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O que é a Amazon SageMaker?
A Amazon SageMaker é um serviço de aprendizado de máquina (ML) totalmente gerenciado. Com 
SageMaker isso, cientistas de dados e desenvolvedores podem criar, treinar e implantar modelos 
de ML com rapidez e confiança em um ambiente hospedado pronto para produção. Ele fornece 
uma experiência de interface de usuário para executar fluxos de trabalho de ML que disponibiliza 
ferramentas de SageMaker ML em vários ambientes de desenvolvimento integrados (IDEs).

Com SageMaker, você pode armazenar e compartilhar seus dados sem precisar criar e 
gerenciar seus próprios servidores. Isso dá a você ou às suas organizações mais tempo para 
criar e desenvolver de forma colaborativa seu fluxo de trabalho de ML, e fazer isso mais cedo. 
SageMaker fornece algoritmos de ML gerenciados para serem executados com eficiência em dados 
extremamente grandes em um ambiente distribuído. Com suporte bring-your-own-algorithms e 
estruturas integrados, SageMaker oferece opções flexíveis de treinamento distribuído que se ajustam 
aos seus fluxos de trabalho específicos. Em algumas etapas, você pode implantar um modelo em um 
ambiente seguro e escalável a partir do SageMaker console.

Tópicos

• Preços para a Amazon SageMaker

• Você é usuário da Amazon SageMaker pela primeira vez?

• Visão geral do aprendizado de máquina com a Amazon SageMaker

• SageMaker Características da Amazon

Preços para a Amazon SageMaker

Para obter informações sobre os limites do nível AWS gratuito e o custo de uso SageMaker, consulte
Amazon SageMaker Pricing.

Você é usuário da Amazon SageMaker pela primeira vez?

Se você for um usuário iniciante do SageMaker, recomendamos que você conclua o seguinte:

1. Visão geral do aprendizado de máquina com a Amazon SageMaker— tenha uma visão geral do 
ciclo de vida do aprendizado de máquina (ML) e conheça as soluções oferecidas. Esta página 
explica os principais conceitos e descreve os principais componentes envolvidos na criação de 
soluções de IA com SageMaker.

Preços para a Amazon SageMaker 1
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2. Conceitos básicos— Aprenda a configurar e usar SageMaker com base em suas necessidades.

3. Use ML automatizado, sem código ou com baixo código— Saiba mais sobre as opções de 
ML com e sem código que simplificam o fluxo de trabalho de ML automatizando as tarefas de 
aprendizado de máquina. Essas opções são ferramentas úteis de aprendizado de ML porque 
fornecem visibilidade do código ao gerar cadernos para cada uma das tarefas automatizadas de 
ML.

4. Use ambientes de aprendizado de máquina oferecidos pela SageMaker— Familiarize-se com 
os ambientes de ML que você pode usar para desenvolver seu fluxo de trabalho de ML, como 
informações, exemplos ready-to-use e modelos personalizados.

5. Explore outros tópicos — Use o sumário do Guia do SageMaker Desenvolvedor para explorar 
mais tópicos. Por exemplo, você pode encontrar informações sobre os estágios do ciclo de vida do 
MLVisão geral do aprendizado de máquina com a Amazon SageMaker, em e várias soluções que 
ele SageMaker oferece.

6. SageMakerRecursos da Amazon — Consulte os vários recursos para desenvolvedores que 
SageMaker oferecem.

Visão geral do aprendizado de máquina com a Amazon 
SageMaker

Esta seção descreve um fluxo de trabalho típico de aprendizado de máquina (ML) e resume como 
realizar essas tarefas com a Amazon SageMaker.

No aprendizado de máquina, você ensina um computador a fazer previsões ou inferências. 
Primeiramente, você usa um algoritmo e dados de exemplo para treinar um modelo. Depois, integra 
o modelo ao seu aplicativo para gerar inferências em tempo real e em grande escala.

O diagrama a seguir ilustra o fluxo de trabalho típico para criar um modelo de aprendizado de 
máquina. Ele inclui três estágios em um fluxo circular que abordaremos com mais detalhes abaixo: 
gerar dados de exemplo, treinar um modelo e implantar o modelo.

Visão geral do aprendizado de máquina com a Amazon SageMaker 2
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O diagrama ilustra como realizar as seguintes atividades na maioria dos cenários típicos:

1. Gere dados de exemplo — Para treinar um modelo, você precisa de dados de exemplo. O tipo de 
dados necessário depende do problema de negócios que o modelo deve resolver (as inferências 
que o modelo deve gerar). Por exemplo, suponha que você queira criar um modelo para prever 
um número a partir de uma imagem de entrada de um dígito escrito à mão. Para treinar esse 
modelo, são necessárias imagens de exemplo de números manuscritos.

Os cientistas de dados geralmente dedicam tempo explorando e pré-processando dados de 
exemplo antes de usá-los para treinamento de modelos. Para pré-processar dados, você 
normalmente faz o seguinte:

a. Busque os dados — você pode ter exemplos de repositórios de dados internos ou usar 
conjuntos de dados que estão disponíveis publicamente. Normalmente, você extrai os 
conjuntos de dados em um único repositório.

b. Limpe os dados — Para melhorar o treinamento do modelo, inspecione os dados e limpe-os, 
conforme necessário. Por exemplo, se seus dados tiverem um country name atributo com 
valores United States eUS, você poderá editar os dados para serem consistentes.

c. Prepare ou transforme os dados — Para melhorar o desempenho, você pode realizar 
transformações adicionais de dados. Por exemplo, optar por combinar atributos. Se seu modelo 

Visão geral do aprendizado de máquina com a Amazon SageMaker 3
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prevê as condições que exigem o degelo de uma aeronave, em vez de usar os atributos de 
temperatura e umidade separadamente, você pode combinar esses atributos em um novo 
atributo para obter um modelo melhor.

Em SageMaker, você pode pré-processar dados de exemplo usando SageMaker APIs com o
SDK do SageMaker Python em um ambiente de desenvolvimento integrado (IDE). Com o SDK 
for Python (Boto3), você pode buscar, explorar e preparar seus dados para o treinamento de 
modelos. Para obter informações sobre preparação, processamento e transformação de dados, 
consulte Preparar dadosProcessar dados, e. Crie, armazene e compartilhe recursos com a 
Amazon SageMaker Feature Store

2. Treine um modelo — O treinamento de modelos inclui tanto o treinamento quanto a avaliação do 
modelo, da seguinte forma:

• Treinamento do modelo — Para treinar um modelo, você precisa de um algoritmo ou de um 
modelo básico pré-treinado. O algoritmo escolhido depende de uma série de fatores. Para 
uma solução integrada, você pode usar um dos algoritmos SageMaker fornecidos. Para obter 
uma lista de algoritmos fornecidos por SageMaker e considerações relacionadas, consulteUse 
algoritmos SageMaker integrados da Amazon ou modelos pré-treinados. Para uma solução 
de treinamento baseada na interface de usuário que fornece algoritmos e modelos, consulte
SageMaker JumpStart.

Também são necessários os recursos computacionais para treinamento. Dependendo do 
tamanho do seu conjunto de dados de treinamento e da rapidez com que você precisa dos 
resultados, é possível usar recursos que variam de uma única instância pequena de uso geral 
a um cluster distribuído de instâncias de GPU. Para ter mais informações, consulte Treine um 
modelo com a Amazon SageMaker.

• Avaliação do modelo — Depois de treinar seu modelo, você o avalia para determinar se a 
precisão das inferências é aceitável. Para treinar e avaliar seu modelo, você pode usar o
SDK do SageMaker Python para enviar solicitações ao modelo para inferências por meio 
de um dos IDEs disponíveis. Para obter mais informações sobre como avaliar seu modelo, 
consulteMonitorar a qualidade de dados do modelo.

3. Implante o modelo — Tradicionalmente, você reprojeta um modelo antes de integrá-lo ao seu 
aplicativo e implantá-lo. Com os serviços de SageMaker hospedagem, você pode implantar 
seu modelo de forma independente, o que o separa do código do aplicativo. Para ter mais 
informações, consulte Implantar modelos para inferência.

Visão geral do aprendizado de máquina com a Amazon SageMaker 4
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A machine learning é um ciclo contínuo. Depois de implantar um modelo, você monitora as 
inferências, coleta mais dados de alta qualidade e avalia o modelo para identificar desvios. Em 
seguida, você aumenta a precisão de suas inferências atualizando seus dados de treinamento para 
incluir os dados de alta qualidade recém-coletados. À medida que mais dados de exemplo se tornam 
disponíveis, você continua treinando seu modelo para aumentar a precisão.

SageMaker Características da Amazon

A Amazon SageMaker inclui os seguintes recursos.

Tópicos

• Novos recursos para o re:Invent 2023

• Ambientes de machine learning

• Recursos principais

Novos recursos para o re:Invent 2023

SageMaker inclui os seguintes novos recursos para o re:Invent 2023.

SageMaker Chat do Canvas para preparação de dados

SageMaker O Canvas Chat para preparação de dados ajuda você a criar fluxos de preparação de 
dados usando LLMs.

Editor de código

O Code Editor estende o Studio para que você possa escrever, testar, depurar e executar seu 
código de análise e aprendizado de máquina em um ambiente baseado no Visual Studio Code - 
Open Source (“Code-OSS”).

Contêineres de aprendizado profundo para inferência de modelos grandes

SageMaker substituiu os kernels NCCL padrão por kernels otimizados para inferência para 
melhorar a utilização da GPU e oferecer desempenho diferenciado em relação ao OSS.

Implemente modelos para inferência em tempo real

SageMaker A inferência fornece a experiência do desenvolvedor e abstrações da interface do 
usuário para ajudá-lo a começar mais rapidamente com a implantação do modelo.

SageMaker Características 5
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SageMaker Agora, os clientes podem melhorar a utilização de suas instâncias de computação 
acelerada implantando até milhares de modelos em um SageMaker endpoint com taxa de 
transferência garantida e escalabilidade automática por modelo.

SageMakerImagens de distribuição

SageMaker Distribuição é uma coleção de imagens do Docker projetada para aprendizado de 
máquina, ciência de dados e análise de dados. As imagens estão disponíveis no Studio, Studio 
Lab, notebooks Studio e Github.

Simplificação da integração de domínios

Uma experiência simplificada e guiada de integração do Amazon SageMaker Domain com novos 
recursos para usuários individuais e administradores da organização. Os recursos incluem 
integração direta com o IAM Identity Center, gerenciamento refinado de políticas de acesso, 
gerenciamento e configurações SageMaker contínuos de aplicativos e configuração de VPC e 
armazenamento.

Amazon S3 Express de uma zona

O Amazon S3 Express One Zone é uma nova classe de armazenamento que fornece acesso de 
um dígito em milissegundos para os aplicativos mais sensíveis à latência. O Amazon S3 Express 
One Zone permite que os clientes coloquem seus recursos computacionais e de armazenamento 
de objetos em uma única zona de AWS disponibilidade, otimizando o desempenho e os custos 
computacionais com maior velocidade de processamento de dados.

Avaliações do modelo da Fundação (FMEval)

As avaliações do modelo Foundation (FMEval) ajudam você a quantificar o risco de fornecer 
conteúdo impreciso, tóxico ou tendencioso com seu modelo de linguagem, para que você possa 
escolher o melhor para seu caso de uso. Traga seu próprio conjunto de dados personalizado ou 
use um integrado para avaliar qualquer modelo de linguagem. O FMEval é integrado a dezenas 
de modelos de base baseados em texto SageMaker JumpStart ou traga seus próprios. Você 
também pode criar avaliações personalizadas usando a biblioteca do FMEval.

SageMaker HyperPod

SageMaker HyperPod é um recurso SageMaker que fornece um ambiente de aprendizado de 
máquina sempre ativo em clusters resilientes, no qual você pode executar qualquer carga de 
trabalho de aprendizado de máquina para desenvolver grandes modelos de aprendizado de 
máquina, como modelos de linguagem grande (LLMs) e modelos de difusão.

Novos atributos 6
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Júpiter Terai

O Jupyter AI e o Code Whisperer foram incluídos na distribuição. SageMaker Com essa 
atualização, os usuários do Studio ou do Code Editor podem usar facilmente a IA generativa de 
seus notebooks e aproveitar o recurso de preenchimento de código do Code Whisperer.

JupyterLab em estúdio

JupyterLab in Studio melhora a latência e a confiabilidade dos notebooks Studio

SageMakerEmpregos em notebooks

SageMaker O Notebook Jobs fornece suporte ao SDK para trabalhos em notebooks, para que 
você possa programar seus trabalhos em notebooks de forma programática.

SageMaker Oleodutos

SageMaker O Pipelines oferece a opção de converter seu código de aprendizado de máquina 
local em uma etapa do SageMaker Pipeline, a partir da qual você pode criar e executar um 
pipeline.

SageMakerpeneiração inteligente

SageMaker a peneiração inteligente é um recurso de SageMaker treinamento que melhora 
a eficiência de seus conjuntos de dados de treinamento e reduz o tempo e o custo totais do 
treinamento.

SageMaker Studio

O Studio é a mais recente experiência baseada na web para executar fluxos de trabalho de ML. 
O Studio oferece um conjunto de IDEs, incluindo o Code Editor, um novo aplicativo Jupyterlab, o 
RStudio e o Studio Classic.

Ambientes de machine learning

SageMaker inclui os seguintes ambientes de aprendizado de máquina.

SageMaker capacidades geoespaciais

Crie, treine e implante modelos de ML usando dados geoespaciais.

SageMaker Tela

Um serviço de ML automático que oferece às pessoas sem experiência em programação a 
capacidade de criar modelos e fazer previsões com eles.

Ambientes de machine learning 7
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SageMaker Estúdio

Um ambiente integrado de machine learning em que você pode compilar, treinar, implantar e 
analisar seus modelos, tudo no mesmo aplicativo.

SageMaker Laboratório de estúdio

Um serviço gratuito que dá aos clientes acesso a recursos AWS computacionais em um ambiente 
baseado em código aberto JupyterLab.

RStudio na Amazon SageMaker

Um ambiente de desenvolvimento integrado para R, com console, um editor de destaque de 
sintaxe que oferece suporte à execução direta de códigos e ferramentas para plotagem, histórico, 
depuração e gerenciamento de workspace.

Recursos principais

SageMaker inclui os seguintes recursos principais em ordem alfabética, excluindo qualquer prefixo. 
SageMaker

Amazon Augmented AI

Crie os fluxos de trabalho necessários para a análise humana das previsões de ML. O Amazon 
A2I leva a revisão humana a todos os desenvolvedores, eliminando o trabalho pesado e 
indiferenciado associado à compilação de sistemas de revisão humana ou ao gerenciamento de 
um grande número de revisores humanos.

Etapa do AutoML

Crie uma tarefa AutoML para treinar automaticamente um modelo em SageMaker Pipelines.

SageMaker Piloto automático

Os usuários sem conhecimento de machine learning podem criar rapidamente modelos de 
classificação e de regressão.

Transformação em lote

Execute o pré-processamento de conjuntos de dados, execute inferência quando você não 
precisa de um endpoint persistente e associe registros de entrada com inferências para auxiliar 
na interpretação dos resultados.

Recursos principais 8
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SageMaker Esclareça

Melhore os modelos de machine learning ao detectar potenciais desvios e ajude a explicar as 
previsões feitas pelos modelos.

Colaboração com espaços compartilhados

Um espaço compartilhado consiste em um JupyterServer aplicativo compartilhado e um diretório 
compartilhado. Todos os perfis de usuário em um SageMaker domínio da Amazon têm acesso a 
todos os espaços compartilhados no domínio.

SageMaker Organizador de dados

Importe, analise, prepare e destaque dados no SageMaker Studio. Você pode integrar o Data 
Wrangler aos seus fluxos de trabalho de machine learning para simplificar e agilizar o pré-
processamento de dados e a engenharia de atributos usando pouco ou nenhum código. Você 
também pode adicionar seus próprios scripts e transformações em Python para personalizar os 
fluxos de trabalho.

Widget de preparação de dados do Data Wrangler

Interaja com seus dados, obtenha visualizações, explore insights acionáveis e corrija problemas 
de qualidade de dados.

SageMaker Depurador

Inspecione parâmetros de treinamento e dados durante todo o processo de treinamento. Detecte 
e alerte automaticamente os usuários com relação a erros que costumam ocorrer, como valores 
de parâmetro que ficam muito grandes ou pequenos.

SageMaker Gerente de borda

Otimize modelos personalizados para dispositivos edge, crie e gerencie frotas e execute modelos 
com um tempo de execução eficiente.

SageMaker Elastic Inference

Acelere a taxa de transferência e diminua a latência ao obter inferências em tempo real.

SageMaker Experimentos

Gerenciamento e rastreamento de experiências. É possível usar os dados rastreados para 
reconstruir um experimento, para aprofundar-se de maneira incremental em experimentos 
conduzidos por colegas e rastrear a linhagem do modelo para verificações de auditoria e 
conformidade.

Recursos principais 9
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SageMaker Loja de recursos

Um armazenamento centralizado de recursos e metadados associados para que os recursos 
possam ser facilmente descobertos e reutilizados. Você pode criar dois tipos de armazenamento, 
Online ou Offline. O armazenamento on-line é usado para casos de uso de inferência em tempo 
real de baixa latência, e o armazenamento offline é usado para treinamento e inferência em lote.

SageMaker Ground Truth

Conjuntos de dados de treinamento de alta qualidade usando operadores com machine learning 
para criar conjuntos de dados rotulados.

SageMaker Ground Truth Plus

Um recurso de rotulagem de dados pronto para uso para criar conjuntos de dados de treinamento 
de alta qualidade sem precisar criar aplicativos de rotulagem e gerenciar a força de trabalho de 
rotulagem por conta própria.

SageMaker Recomendador de inferência

Obtenha recomendações sobre configurações e tipos de instância de inferência (por exemplo, 
contagem de instâncias, parâmetros de contêiner e otimizações de modelos) para usar suas 
workloads e seus modelos de ML.

Testes de sombra de inferência

Avalie qualquer alteração na sua infraestrutura de serviço de modelos comparando a 
performance dela com a infraestrutura atualmente implantada.

SageMaker JumpStart

Saiba mais sobre SageMaker recursos e capacidades por meio de soluções selecionadas de 1 
clique, exemplos de notebooks e modelos pré-treinados que você pode implantar. Você também 
pode ajustar os modelos e implantá-los.

SageMaker Rastreamento de linhagem ML

Monitore a linhagem dos fluxos de trabalho de machine learning.

SageMaker Pipelines de construção de modelos

Crie e gerencie pipelines de aprendizado de máquina integrados diretamente aos SageMaker 
trabalhos.

Recursos principais 10
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SageMaker Cartões modelo

Documente as informações sobre seus modelos de ML em um único local para simplificar a 
governança e a geração de relatórios em todo o ciclo de vida do ML.

SageMaker Painel de controle do modelo

Uma visão geral visual pré-criada de todos os modelos na sua conta. O Model Dashboard integra 
informações do SageMaker Model Monitor, tarefas de transformação, endpoints, rastreamento 
de linhagem e, CloudWatch assim, você pode acessar informações de alto nível do modelo e 
acompanhar o desempenho do modelo em uma visão unificada.

SageMaker Monitor de modelo

Monitore e analise modelos em produção (endpoints) para detectar desvio de dados e variações 
na qualidade do modelo.

SageMaker Registro de modelos

Controle de versão, monitoramento de artefatos e linhagem, fluxo de trabalho de aprovação e 
suporte entre contas para implantação de seus modelos de machine learning.

SageMaker Neo

Treine modelos de machine learning uma vez e execute em qualquer lugar na nuvem e na borda.

Fluxos de trabalho baseados em cadernos

Execute seu notebook SageMaker Studio como um trabalho programado e não interativo.

Pré-processamento

Analise e pré-processe dados, aborde a engenharia de atributos e avalie modelos.

SageMaker Projetos

Crie soluções end-to-end de ML com CI/CD usando SageMaker projetos.

Aprendizado por Reforço

Maximize o prêmio a longo prazo que um agente recebe como resultado de suas ações.

SageMaker Gerente de funções

Os administradores podem definir permissões de privilégio mínimo para atividades de ML comuns 
usando funções personalizadas e pré-configuradas das funções do IAM.

Recursos principais 11
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SageMaker Endpoints sem servidor

Uma opção de endpoint sem servidor para hospedar seu modelo de ML. Ajuste de escala 
automático da capacidade para atender ao tráfego do seu endpoint. Elimina a necessidade de 
selecionar tipos de instância ou gerenciar políticas de escalabilidade em um endpoint.

Extensão Studio Classic Git

Uma extensão do Git para você inserir a URL de um repositório Git, cloná-lo em seu ambiente, 
enviar alterações e exibir confirmações de histórico.

SageMaker Cadernos do Studio

A próxima geração de SageMaker notebooks que inclui integração AWS IAM Identity Center (IAM 
Identity Center), tempos de inicialização rápidos e compartilhamento com um único clique.

SageMaker Notebooks Studio e Amazon EMR

Descubra, conecte-se, crie, encerre e gerencie facilmente clusters do Amazon EMR em 
configurações de conta única e entre contas diretamente do Studio. SageMaker

SageMaker Compilador de treinamento

Treine modelos de aprendizado profundo com mais rapidez em instâncias de GPU escaláveis 
gerenciadas pela. SageMaker

Recursos principais 12
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Conceitos básicos
Há muitas maneiras de usar a Amazon SageMaker e seus recursos com diferentes níveis de acesso. 
Nesta página, fornecemos instruções sobre como configurar os pré-requisitos e integrar usuários 
e organizações aos ambientes de aprendizado de máquina (ML) oferecidos pela. SageMaker Para 
obter uma lista de SageMaker recursos, consulte SageMaker Características da Amazon.

Note

Se você pretende usar o ambiente de ML do Amazon SageMaker Studio Lab ou se um 
Conta da AWS SageMaker domínio da Amazon já tiver sido configurado para você, você não 
precisa seguir essa configuração. Para começar a usar os ambientes de SageMaker ML, 
pesquise o ambiente neste guia do desenvolvedor para começar. Se um URL de login for 
fornecido a você, você poderá configurá-lo seguindo as instruções em. Acesse o domínio 
após a integração

A experiência de SageMaker integração simplifica a forma como usuários individuais e 
administradores de grandes organizações configuram e gerenciam seu SageMaker acesso por meio 
de um domínio da Amazon. SageMaker Antes de configurar, primeiro siga as etapas Configurar 
os SageMaker pré-requisitos da Amazon para se inscrever em uma AWS conta e criar um usuário 
administrativo. A experiência de integração oferece as seguintes opções.

Configurado para um único usuário: uma experiência amigável de um clique para usuários 
individuais. Isso ajuda você a configurar seu domínio com as configurações padrão. Depois de 
satisfazer os pré-requisitosConfigurar os SageMaker pré-requisitos da Amazon, siga as etapas.
Integração rápida ao Amazon Domain SageMaker

Configuração para organizações: um step-by-step guia com ajuda contextual para administradores 
de ML avançados e corporativos. Isso ajuda você a configurar seu domínio com configurações 
personalizadas. Os administradores das organizações podem integrar seus usuários ou grupos 
por meio de autenticação, usando AWS Identity and Access Management (IAM) ou AWS IAM 
Identity Center definir políticas de acesso com escopo reduzido, gerenciar SageMaker aplicativos e 
configurações e definir uma configuração de VPC. Depois de atender aos pré-requisitosConfigurar os 
SageMaker pré-requisitos da Amazon, use uma das instruções a seguir.

• Para configurar um domínio personalizado para usuários que usam o IAM, consulteIntegração 
personalizada ao Amazon SageMaker Domain usando IAM.
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• Para configurar um domínio personalizado para grupos usando autenticação no IAM Identity 
Center, consulteIntegração personalizada ao Amazon SageMaker Domain usando o IAM Identity 
Center.

Depois que o domínio é configurado, o usuário administrativo pode Exibir e Editar Domínios e os 
usuários podem acessar os ambientes de ML usando a URL de login ou abrindo o SageMaker 
console e escolhendo o ambiente no painel de navegação esquerdo.

Tópicos

• Configurar os SageMaker pré-requisitos da Amazon

• Visão geral SageMaker do Amazon Domain

• Regiões e cotas compatíveis

Configurar os SageMaker pré-requisitos da Amazon
Nesta seção, você se cadastra em uma conta da AWS e cria um usuário administrativo AWS Identity 
and Access Management do (IAM).

Se você é novato SageMaker, recomendamos que você leiaO que é a Amazon SageMaker?.

Tópicos

• Crie uma conta do AWS

• Criar um usuário administrativo e um grupo

• Pré-requisitos do AWS CLI

Crie uma conta do AWS

Nesta seção, você se cadastra em uma conta da AWS. Se você já tem uma conta AWS, pule esta 
etapa.

Quando você se inscreve no Amazon Web Services (AWS), sua AWS conta é automaticamente 
cadastrada em todos os AWS serviços, inclusive SageMaker. Você será cobrado apenas pelos 
serviços que usar.

Para criar uma conta da AWS

1. Abra https://portal.aws.amazon.com/billing/signup.
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https://console.aws.amazon.com/sagemaker
https://console.aws.amazon.com/sagemaker
https://portal.aws.amazon.com/billing/signup


Amazon SageMaker Guia do Desenvolvedor

2. Siga as instruções on-line.

Parte do procedimento de aplicação envolve receber uma chamada telefônica e digitar um 
código de verificação no teclado do telefone.

Quando você se cadastra em uma Conta da AWS, um Usuário raiz da conta da AWS é criado. 
O usuário raiz tem acesso a todos os Serviços da AWS e atributos na conta. Como prática 
recomendada de segurança, atribua acesso administrativo a um usuário administrativo e use 
somente o usuário raiz para realizar as tarefas que exigem acesso do usuário raiz.

Anote o ID de sua conta da AWS, pois você precisará dele na próxima tarefa.

Criar um usuário administrativo e um grupo

Ao criar uma conta da AWS, você recebe uma única identidade de login que tem acesso completo a 
todos os serviços e recursos da AWS na conta. Essa identidade é chamada de usuário raiz da conta 
da AWS. Se você fizer login no console da AWS com o endereço de e-mail e a senha utilizados para 
criar a conta, terá acesso total a todos os recursos da AWS na sua conta.

É altamente recomendável que você não use o usuário raiz para tarefas diárias, nem mesmo as 
administrativas. Em vez disso, siga as Práticas recomendadas de segurança no IAM e crie um 
usuário administrativo. Depois, guarde as credenciais do usuário raiz em um lugar seguro e utilize-as 
para executar somente algumas tarefas de gerenciamento de contas e serviços.

Para criar um usuário administrativo

1. Crie um usuário administrador na sua conta da AWS. Para obter instruções, consulte Criar um 
usuário administrativo no Guia do usuário do IAM.

Note

Supomos que você usará credenciais de usuário administrador para os exercícios e 
procedimentos deste guia. Se optar por criar e usar outro usuário do , conceda a esse 
usuário permissões mínimas. Para ter mais informações, consulte Autenticação com 
identidades.

2. Certifique-se de que seu usuário administrador tenha a AmazonSageMakerFullAccesspolítica, 
bem como uma política com o seguinte conteúdo necessário para criar um SageMaker domínio. 
Para obter mais informações sobre como criar políticas do IAM, consulte Criar políticas do IAM.
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{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:domain/*", 
                "arn:aws:sagemaker:*:*:user-profile/*", 
                "arn:aws:sagemaker:*:*:app/*", 
                "arn:aws:sagemaker:*:*:flow-definition/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetRole", 
                "servicecatalog:*" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        } 
    ]
}

Pré-requisitos do AWS CLI

Os seguintes pré-requisitos são necessários para integrar um Domínio usando o AWS CLI.

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS CLI atual.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.
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Visão geral SageMaker do Amazon Domain

Para ter acesso à maioria dos SageMaker ambientes e recursos da Amazon, você deve concluir 
o processo de integração do Amazon SageMaker Domain usando o SageMaker console ou o. 
AWS CLI Para obter um guia descrevendo como começar a usar SageMaker com base em como 
você deseja acessar e SageMaker, se necessário, como configurar um domínio, consulteConceitos 
básicos.

Um SageMaker domínio da Amazon consiste no seguinte:

• Um volume do Amazon Elastic File System (Amazon EFS).

• Uma lista de usuários autorizados

• Uma variedade de configurações de segurança, aplicativos, políticas e Amazon Virtual Private 
Cloud (Amazon VPC)

Ao fazer a integração, você pode optar por usar um AWS Identity and Access Management (IAM) ou 
os métodos AWS IAM Identity Center de autenticação. Ao usar a autenticação do IAM, você pode 
escolher o procedimento Configurar para usuários individuais ou Configurar para organizações. A 
configuração do RStudio só está disponível ao usar o procedimento Configurar para organizações.

Note

Se você se integrar usando a autenticação do IAM e quiser alternar para a autenticação 
que usa o IAM Identity Center mais tarde, exclua o Domínio que você criou. Depois disso, 
é necessário reimportar manualmente todos os blocos de anotações e outros dados de 
usuário que você criou. Para ter mais informações, consulte Excluir um SageMaker domínio 
da Amazon.

A maneira mais simples de criar um SageMaker domínio da Amazon é seguir o procedimento 
de configuração para usuários únicos no SageMaker console. A configuração para usuários 
individuais usa as configurações padrão. Essas configurações incluem blocos de anotações 
compartilháveis e acesso público à Internet. Para obter informações sobre as configurações padrão, 
consulteConfigurações padrão.

Para obter mais controle, incluindo a opção de usar a autenticação usando o IAM Identity Center e o 
RStudio, use os procedimentos Configurar para organizações.

Visão geral do domínio 17
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Autenticação usando o IAM Identity Center

Para usar a autenticação usando o IAM Identity Center with Domain, você deve se integrar a uma 
organização emAWS Organizations.

Note

A AWS Organizations conta deve estar na mesma AWS região do domínio.

A autenticação usando o IAM Identity Center oferece os seguintes benefícios em relação à 
autenticação do IAM:

• Os membros que recebem acesso ao domínio têm uma URL de login exclusiva que abre 
diretamente o domínio e fazem login com suas credenciais do IAM Identity Center. Ao usar a 
autenticação do IAM, você deve fazer login por meio do SageMaker console.

Para obter mais informações sobre como acessar seu domínio com a autenticação do IAM Identity 
Center, consulteAcesse o domínio após a integração.

• As organizações gerenciam seus membros no IAM Identity Center em vez do Domínio. Você pode 
atribuir acesso a vários membros ao Domínio ao mesmo tempo. Ao usar a autenticação do IAM, 
você deve adicionar e gerenciar membros manualmente, um por vez, usando o painel de controle 
do domínio.

Tópicos

• SageMaker Domínio Amazon

• Integração rápida ao Amazon Domain SageMaker

• Integração personalizada ao Amazon SageMaker Domain usando o IAM Identity Center

• Integração personalizada ao Amazon SageMaker Domain usando IAM

• Escolha uma Amazon VPC

SageMaker Domínio Amazon

O Amazon SageMaker Domain oferece suporte a ambientes de aprendizado de SageMaker máquina 
(ML). Um SageMaker domínio é composto pelas seguintes entidades. Para ver as etapas de 
integração para criar um Domínio, consulte Visão geral SageMaker do Amazon Domain.
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• Domínio: um SageMaker domínio da Amazon consiste em um volume associado do Amazon 
Elastic File System (Amazon EFS); uma lista de usuários autorizados; e uma variedade de 
configurações de segurança, aplicativos, políticas e Amazon Virtual Private Cloud (Amazon VPC). 
Os usuários dentro de um Domínio podem compartilhar arquivos de notebook e outros artefatos 
uns com os outros. Uma conta pode ter vários Domínios. Para obter mais informações sobre vários 
Domínios, consulte Visão geral de vários Domínios.

• UserProfile: um perfil de usuário representa um único usuário dentro de um domínio. É a principal 
maneira de referenciar um usuário para fins de compartilhamento, relatórios e outros atributos 
orientados para o usuário. Essa entidade é criada quando um usuário se inscreve no SageMaker 
domínio da Amazon. Para obter mais informações sobre perfis de usuário, consulte Perfis de 
usuário do Domínio.

• espaço compartilhado: um espaço compartilhado consiste em um JupyterServer aplicativo 
e diretório compartilhados. Todos os usuários do Domínio têm acesso ao espaço 
compartilhado. Todos os perfis de usuário em um Domínio têm acesso a todos os espaços 
compartilhados no Domínio. Para obter mais informações sobre espaços compartilhados, consulte
Colaborar com espaços compartilhados.

• Aplicativo: um aplicativo representa um aplicativo compatível com a experiência de leitura e 
execução dos blocos de anotações, terminais e consoles do usuário. O tipo de aplicativo pode 
ser JupyterServer R StudioServerPro ou RSession. KernelGateway Um usuário pode ter vários 
aplicativos ativos simultaneamente.

As tabelas a seguir descrevem os valores de status das entidades Domain, UserProfile, shared 
space e App. Quando aplicável, eles também fornecem etapas de solução de problemas.

Valores de status de Domínio

Value Descrição

Pendente Criação contínua do Domínio.

InService Criação bem-sucedida do Domínio.

Atualizando Atualização contínua do Domínio.

Excluindo Exclusão contínua do Domínio.

Com falha Criação malsucedida do Domínio. Chame a 
API DescribeDomain  para ver o motivo da 
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Value Descrição

falha na criação do Domínio. Exclua o Domínio 
com falha e recrie-o depois de corrigir o erro 
mencionado em FailureReason .

Update_Failed Atualização malsucedida do Domínio. Chame 
a API DescribeDomain  para ver o motivo 
da falha na atualização do Domínio. Chame a 
API UpdateDomain  depois de corrigir o erro 
mencionado em FailureReason .

Delete_Failed Exclusão malsucedida do Domínio. Chame 
a API DescribeDomain  para ver o motivo 
da falha na exclusão do Domínio. Como 
a exclusão falhou, alguns recursos ainda 
poderão estar em execução. No entanto, não é 
possível usar nem atualizar o Domínio. Chame 
a API DeleteDomain  novamente depois de 
corrigir o erro mencionado em FailureRe 
ason .

valores de status UserProfile

Value Descrição

Pendente Criação contínua do UserProfile .

InService Criação bem-sucedida do UserProfile .

Atualizando Atualização contínua do UserProfile .

Excluindo Exclusão contínua do UserProfile .

Com falha Criação malsucedida do UserProfile . 
Chame a API DescribeUserProfile
para ver o motivo da falha na criação do
UserProfile . Exclua o UserProfile
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Value Descrição

com falha e recrie-o depois de corrigir o erro 
mencionado em FailureReason .

Update_Failed Atualização malsucedida do UserProfile . 
Chame a API DescribeUserProfile
para ver o motivo da falha na atualização do
UserProfile . Chame a API UpdateUse 
rProfile  novamente depois de corrigir o 
erro mencionado em FailureReason .

Delete_Failed Exclusão malsucedida do UserProfile . 
Chame a API DescribeUserProfile
para ver o motivo da falha na exclusão do
UserProfile . Como a exclusão falhou, 
alguns recursos ainda poderão estar em 
execução. No entanto, não é possível usar 
nem atualizar o UserProfile . Chame a API
DeleteUserProfile  novamente depois 
de corrigir o erro mencionado em FailureRe 
ason .

valores de status de espaço compartilhado

Value Descrição

Pendente Criação contínua de espaço compartilhado.

InService Criação bem-sucedida de espaço compartil 
hado.

Excluindo Exclusão contínua de espaço compartilhado.

Com falha Criação malsucedida de espaço compartil 
hado. Chame a API DescribeSpace  para 
ver o motivo da falha na criação do espaço 
compartilhado. Exclua o espaço compartilhado 
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Value Descrição

com falha e recrie-o depois de corrigir o erro 
mencionado em FailureReason .

Update_Failed Atualização malsucedida do espaço compartil 
hado. Chame a API DescribeSpace  para 
ver o motivo da falha na atualização do espaço 
compartilhado. Chame a API UpdateSpace
novamente depois de corrigir o erro mencionad 
o em FailureReason .

Delete_Failed Exclusão malsucedida do espaço compartil 
hado. Chame a API DescribeSpace  para 
ver o motivo da falha na exclusão do espaço 
compartilhado. Como a exclusão falhou, 
alguns recursos ainda poderão estar em 
execução. No entanto, não é possível usar nem 
atualizar o espaço compartilhado. Chame a API
DeleteSpace  novamente depois de corrigir o 
erro mencionado em FailureReason .

Excluído Exclusão bem-sucedida do espaço compartil 
hado.

valores de status App

Value Descrição

Pendente Criação contínua do App.

InService Criação bem-sucedida do App.

Excluindo Exclusão contínua do App.

Com falha Criação malsucedida do App. Chame a API
DescribeApp  para ver o motivo da falha na 
criação do App. Chame a API CreateApp
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Value Descrição

novamente depois de corrigir o erro mencionad 
o em FailureReason .

Excluído Exclusão bem-sucedida do App.

Manutenção de aplicativos

Pelo menos uma vez a cada 90 dias, SageMaker realiza atualizações de segurança e desempenho 
no software subjacente dos aplicativos Amazon SageMaker Studio Classic JupyterServer e 
KernelGateway SageMaker Canvas e Amazon SageMaker Data Wrangler. Alguns itens de 
manutenção, como atualizações do sistema operacional, exigem que seu aplicativo SageMaker fique 
off-line por um curto período durante a janela de manutenção. Como essa manutenção coloca o 
aplicativo off-line, você não pode realizar nenhuma operação enquanto o software subjacente estiver 
sendo atualizado. Quando a atividade de manutenção está em andamento, o estado do aplicativo 
passa de InServicePendente. Quando a manutenção é concluída, o status do aplicativo volta para 
o. InService Se a correção falhar, o status do aplicativo será Com falha. Se um aplicativo estiver no 
estado Com falha, recomendamos criar um novo aplicativo do mesmo tipo. Para obter informações 
sobre a criação de aplicativos Studio Classic, consulteDesligue e atualize os aplicativos SageMaker 
Studio Classic e Studio Classic. Para obter informações sobre a criação de aplicativos SageMaker 
Canvas, consulteGerenciar aplicativos.

Para obter mais informações, consulte https://aws.amazon.com/premiumsupport/.

Tópicos

• Pré-requisitos

• Visão geral de vários Domínios

• Isolamento de recurso do Domínio

• Definir padrões para um Domínio

• Anexando um sistema de arquivos personalizado a um domínio ou perfil de usuário

• Ambiente

• Exibir e Editar Domínios

• Excluir um SageMaker domínio da Amazon

• Perfis de usuário do Domínio
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• Grupos do IAM Identity Center em um Domínio

Pré-requisitos

Para usar os recursos disponíveis em um SageMaker domínio da Amazon, você deve primeiro se 
conectar a um domínio. Para obter mais informações, consulte Onboard to Amazon SageMaker 
Domain.

Se você estiver interagindo com seu Domínio usando a AWS CLI, você também deverá preencher os 
seguintes pré-requisitos.

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS CLI atual.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

Visão geral de vários Domínios

A Amazon SageMaker suporta a criação de vários SageMaker domínios da Amazon em um único 
Região da AWS para cada conta. Domínios adicionais em uma Região têm os mesmos atributos e 
capacidades do primeiro Domínio em uma Região. Cada Domínio pode ter configurações de Domínio 
distintas. O mesmo perfil de usuário não pode ser adicionado a vários Domínios em uma única 
Região dentro da mesma conta. Para obter mais informações sobre limites de domínio, consulte 
SageMaker endpoints e cotas da Amazon.

Tópicos

• Propagação automática de tags

• Filtragem de exibição de recursos de Domínio

• Preenchendo tags de Domínio

Propagação automática de tags

Por padrão, todos SageMaker os recursos compatíveis com marcação e criados na interface do 
usuário do Studio Classic após 30/11/2022 são automaticamente marcados com uma tag ARN de 
domínio. A tag ARN do Domínio é baseada na ID do Domínio no qual o recurso foi criado. A lista a 
seguir descreve os únicos SageMaker recursos que não oferecem suporte à propagação automática 
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de tags, bem como as chamadas de API afetadas nas quais a tag não é retornada porque não foi 
definida automaticamente.

Você também pode usar essas tags para alocação de custos usando AWS Billing and Cost 
Management. Para obter mais informações, consulte Usar tags de alocação de custos da AWS.

Note

Todas as SageMaker List APIs não oferecem suporte ao isolamento de recursos baseado 
em tags.
O aplicativo default, que gerencia a interface do usuário do Studio, não é automaticamente 
marcado.

SageMaker recurso Chamadas de API afetadas

ImageVersionArn • describe-image-version

• update-image-version

• delete-image-version

ModelCardExportJobArn describe-model-card-export-emprego

ModelPackageArn describe-action

Filtragem de exibição de recursos de Domínio

Por padrão, SageMaker filtra os recursos exibidos no Studio Classic no nível do domínio. 
SageMakerimplementa a filtragem de recursos no Studio Classic usando a sagemaker:domain-
arn tag anexada aos SageMaker recursos.

Note

Isso se aplica somente à interface do usuário do Studio Classic. SageMaker não oferece 
suporte à filtragem de recursos usando o AWS CLI por padrão.

Usando essa filtragem de recursos, exibe SageMaker somente SageMaker os recursos criados 
no domínio, bem como SageMaker os recursos que não têm uma sagemaker:domain-arn tag 
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associada a eles. Esses recursos não marcados são criados fora do contexto de um domínio ou 
foram criados antes de 30/11/2022. Você pode adicionar uma tag a esses recursos não marcados 
para uma melhor filtragem seguindo as etapas em Preenchendo tags de Domínio. Os recursos 
criados em outros domínios são automaticamente filtrados.

Todos os recursos criados em espaços compartilhados são automaticamente filtrados para esse 
espaço.

Preenchendo tags de Domínio

Se você criou recursos em um Domínio antes de 30/11/2022, esses recursos não serão 
automaticamente marcados com a tag do nome do recurso da Amazon (ARN) do Domínio.

Para atribuir com precisão os recursos ao respectivo Domínio, você deve adicionar a tag de Domínio 
aos recursos existentes usando o AWS CLI, da seguinte maneira.

1. Mapeie todos os SageMaker recursos existentes e seus respectivos ARNs para os domínios que 
existem em sua conta.

2. Execute o comando a seguir em sua máquina local para marcar o recurso com o ARN do 
respectivo Domínio do recurso. Isso deve ser repetido para cada SageMaker recurso em sua 
conta.

aws resourcegroupstaggingapi tag-resources \ 
    --resource-arn-list arn:aws:sagemaker:region:account-id:space/domain-id/space-
name \ 
    --tags sagemaker:domain-arn=arn:aws:sagemaker:region:account-id:domain/domain-
id

Isolamento de recurso do Domínio

Você pode isolar recursos entre cada um dos Domínios em sua conta e Região usando uma política 
AWS Identity and Access Management. Com o isolamento de SageMaker recursos, recursos como 
modelos, experimentos, trabalhos de treinamento e pipelines criados em um domínio não podem 
ser acessados de outros domínios. O tópico a seguir mostra como criar uma nova política do IAM 
que limita o acesso aos recursos no Domínio aos perfis de usuário com a tag de Domínio, além 
de como anexar essa política à função de execução do IAM do Domínio. Você deve repetir esse 
processo para cada Domínio em sua conta. Para obter mais informações sobre tags de Domínio e 
preenchimento dessas tags, consulte Visão geral de vários Domínios.
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Console

A seção a seguir mostra como criar uma nova política do IAM que limita o acesso aos recursos no 
domínio aos perfis de usuário com a tag de domínio, bem como como anexar essa política à função 
de execução do IAM do domínio, a partir do SageMaker console da Amazon.

1. Crie uma política do IAM nomeada StudioDomainResourceIsolationPolicy-domain-id
com o seguinte documento de política JSON concluindo as etapas em Criação de políticas do 
IAM (console).

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "CreateAPIs", 
            "Effect": "Allow", 
            "Action": "sagemaker:Create*", 
            "NotResource": [ 
                "arn:aws:sagemaker:*:*:domain/*", 
                "arn:aws:sagemaker:*:*:user-profile/*", 
                "arn:aws:sagemaker:*:*:space/*" 
            ] 
        }, 
        { 
            "Sid": "ResourceAccessRequireDomainTag", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:Update*", 
                "sagemaker:Delete*", 
                "sagemaker:Describe*" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:domain-arn": "domain-arn" 
                } 
            } 
        }, 
        { 
            "Sid": "AllowActionsThatDontSupportTagging", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeImageVersion", 
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                "sagemaker:UpdateImageVersion", 
                "sagemaker:DeleteImageVersion", 
                "sagemaker:DescribeModelCardExportJob", 
                "sagemaker:DescribeAction" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "DeleteDefaultApp", 
            "Effect": "Allow", 
            "Action": "sagemaker:DeleteApp", 
            "Resource": "arn:aws:sagemaker:*:*:app/domain-id/*/jupyterserver/
default" 
        } 
    ]
}

2. Anexe a política StudioDomainResourceIsolationPolicy-domain-id à função de 
execução do Domínio concluindo as etapas em Modificar uma função (console).

AWS CLI

A seção a seguir mostra como criar uma nova política do IAM que limita o acesso aos recursos no 
Domínio aos perfis de usuário com a tag de Domínio, além de como anexar essa política à função de 
execução do Domínio a partir da AWS CLI. 

1. Crie um arquivo denominado StudioDomainResourceIsolationPolicy-domain-id com 
o conteúdo a seguir a partir da sua máquina local.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "CreateAPIs", 
            "Effect": "Allow", 
            "Action": "sagemaker:Create*", 
            "NotResource": [ 
                "arn:aws:sagemaker:*:*:domain/*", 
                "arn:aws:sagemaker:*:*:user-profile/*", 
                "arn:aws:sagemaker:*:*:space/*" 
            ] 
        }, 
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        { 
            "Sid": "ResourceAccessRequireDomainTag", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:Update*", 
                "sagemaker:Delete*", 
                "sagemaker:Describe*" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:domain-arn": "domain-arn" 
                } 
            } 
        }, 
        { 
            "Sid": "AllowActionsThatDontSupportTagging", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeImageVersion", 
                "sagemaker:UpdateImageVersion", 
                "sagemaker:DeleteImageVersion", 
                "sagemaker:DescribeModelCardExportJob", 
                "sagemaker:DescribeAction" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "DeleteDefaultApp", 
            "Effect": "Allow", 
            "Action": "sagemaker:DeleteApp", 
            "Resource": "arn:aws:sagemaker:*:*:app/domain-id/*/jupyterserver/
default" 
        } 
    ]
}

2. Crie uma nova política do IAM usando o 
arquivo StudioDomainResourceIsolationPolicy-domain-id.

aws iam create-policy --policy-name StudioDomainResourceIsolationPolicy-domain-id
 --policy-document file://StudioDomainResourceIsolationPolicy-domain-id
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3. Anexe a política recém-criada a uma função nova ou existente que seja usada como função de 
execução do Domínio.

aws iam attach-role-policy --policy-arn arn:aws:iam:account-
id:policy/StudioDomainResourceIsolationPolicy-domain-id --role-name domain-
execution-role

Definir padrões para um Domínio

Com SageMaker, você pode definir configurações padrão para seus recursos no nível de SageMaker 
domínio da Amazon. Essas configurações padrão são usadas na criação de recursos dentro do 
Domínio. As seções a seguir listam as configurações padrão do Domínio e fornecem informações 
sobre o uso de chaves de contexto ao definir padrões.

Tópicos

• Configurações padrão de Domínio

• Chaves de contexto

Configurações padrão de Domínio

Você pode definir os seguintes padrões ao criar ou atualizar um Domínio. Os valores passados no 
perfil do usuário e no nível do espaço compartilhado substituem os padrões definidos no nível do 
Domínio.

• DefaultUserSettings

• DefaultSpaceSettings

Note

DefaultSpaceSettingssuporta apenas o uso de JupyterLab 3 ARNs de imagem 
paraSageMakerImageArn. Para ter mais informações, consulte JupyterLab Controle de 
versão.

"DefaultSpaceSettings": {  
      "ExecutionRole": "string", 
      "JupyterServerAppSettings": {  
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         "DefaultResourceSpec": {  
            "InstanceType": "string", 
            "LifecycleConfigArn": "string", 
            "SageMakerImageArn": "string", 
            "SageMakerImageVersionArn": "string" 
         }, 
         "LifecycleConfigArns": [ "string" ] 
      }, 
      "KernelGatewayAppSettings": {  
         "CustomImages": [  
            {  
               "AppImageConfigName": "string", 
               "ImageName": "string", 
               "ImageVersionNumber": number 
            } 
         ], 
         "DefaultResourceSpec": {  
            "InstanceType": "string", 
            "LifecycleConfigArn": "string", 
            "SageMakerImageArn": "string", 
            "SageMakerImageVersionArn": "string" 
         }, 
         "LifecycleConfigArns": [ "string" ] 
      }, 
      "SecurityGroups": [ "string" ] 
   }

Chaves de contexto

Você pode adicionar chaves de contexto à política do IAM que cria um Domínio. Isso restringe os 
valores que os usuários podem passar para esses campos. A lista a seguir mostra as chaves de 
contexto compatíveis com o Domínio e onde elas são implementadas.

• sagemaker:ImageArns

• Implementada como parte de DefaultUserSettings: SagemakerImageArn
em DefaultUserSettings.JupyterServerAppSettings e
DefaultUserSettings.KernelGatewayAppSettings. CustomImages em
DefaultUserSettings.KernelGatewayAppSettings.

• Implementada como parte de DefaultSpaceSettings: SagemakerImageArn
em DefaultSpaceSettings.JupyterServerAppSettings e
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DefaultSpaceSettings.KernelGatewayAppSettings. CustomImages em
DefaultSpaceSettings.KernelGatewayAppSettings.

• sagemaker:VpcSecurityGroupIds

• Implementada como parte de DefaultUserSettings: SecurityGroups em
DefaultUserSettings.

• Implementada como parte de DefaultSpaceSettings: SecurityGroups em
DefaultSpaceSettings.

• sagemaker:DomainSharingOutputKmsKey

Implementada como parte de DefaultUserSettings: S3KmsKeyId em
DefaultSpaceSettings.SharingSettings.

Você não pode restringir os usuários a transmitir valores incompatíveis ao usar chaves de contexto 
para os padrões. Por exemplo, os valores SageMakerImageArn definidos como parte de
DefaultUserSettings e DefaultSpaceSettings devem ser compatíveis. Você não pode 
definir os seguintes valores padrão incompatíveis. Para obter mais informações sobre os ARNs da 
JupyterLab versão disponível, consulteDefinindo uma JupyterLab versão padrão.

• Somente um ARN de JupyterLab versão 1 pode ser usado para o SageMakerImageArn valor em
DefaultUserSettings

• Somente um ARN da JupyterLab versão 3 pode ser usado para o SageMakerImageArn valor em
DefaultSpaceSettings

Anexando um sistema de arquivos personalizado a um domínio ou perfil de usuário

Quando você cria um domínio, a Amazon o associa SageMaker automaticamente a um volume 
Amazon Elastic File System (Amazon EFS) SageMaker criado para você. Você também tem a opção 
de associar o domínio a um sistema de arquivos personalizado do Amazon EFS que você criou no 
seuConta da AWS. Esse sistema de arquivos está disponível para qualquer usuário que pertença ao 
domínio quando usa o Amazon SageMaker Studio. Os usuários podem anexar o sistema de arquivos 
a qualquer espaço que criarem para os aplicativos compatíveis: JupyterLab e ao Editor de código. 
Depois de executar o espaço e iniciar o aplicativo, eles poderão acessar quaisquer dados, códigos 
ou outros artefatos contidos no sistema de arquivos.
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Se você não quiser permitir que todos os usuários de um domínio acessem o sistema de arquivos, 
você pode anexá-lo a um perfil de usuário específico. Se você fizer isso, o sistema de arquivos 
estará disponível somente nos espaços criados pelo usuário associado.

Você pode anexar um sistema de arquivos personalizado usando a SageMaker API da Amazon, 
AWS os SDKs ou o. AWS CLI Você não pode anexar um sistema de arquivos personalizado usando 
o SageMaker console.

Pré-requisitos

Antes de poder anexar um sistema de arquivos personalizado do Amazon EFS a um domínio, você 
deve atender aos seguintes requisitos:

• Você tem um sistema de arquivos Amazon EFS em seuConta da AWS. Para ver as etapas para 
criar um, consulte Criar seu sistema de arquivos Amazon EFS no Guia do usuário do Amazon 
Elastic File System.

• Antes que o Studio possa acessar seu sistema de arquivos, ele deve ter um destino de montagem 
em cada uma das sub-redes que você associa ao domínio. Para obter mais informações sobre 
a atribuição de alvos de montagem a sub-redes, consulte Criação e gerenciamento de alvos de 
montagem e grupos de segurança no Guia do usuário do Amazon Elastic File System.

• Para cada destino de montagem, você deve adicionar o grupo de segurança que a Amazon 
SageMaker criou Conta da AWS quando você criou o domínio. O nome do grupo de segurança 
tem o formatosecurity-group-for-inbound-nfs-domain-id.

• Suas permissões do IAM devem permitir que você use a
elasticfilesystem:DescribeMountTargets ação. Para obter mais informações sobre 
essa ação, consulte Ações, recursos e chaves de condição para o Amazon Elastic File System na
Referência de Autorização de Serviço.

Anexando um sistema de arquivos personalizado com o AWS CLI

Para anexar um sistema de arquivos personalizado a um domínio ou perfil de usuário com oAWS 
CLI, você passa uma CustomFileSystemConfigs definição ao usar qualquer um dos seguintes 
comandos:

• create-domain

• update-domain

• create-user-profile
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• update-user-profile

Example comando create-domain com um sistema de arquivos personalizado

O exemplo a seguir anexa um sistema de arquivos a um novo domínio.

aws sagemaker create-domain --domain-name domain-name \
--vpc-id vpc-id --subnet-ids subnet-ids --auth-mode IAM \
--default-user-settings file://default-user-settings.json \
--default-space-settings "ExecutionRole=execution-role-arn"

Neste exemplo, o arquivo default-user-settings.json tem as seguintes configurações, que 
incluem as CustomFileSystemConfigs teclas CustomPosixUserConfig e.

{ 
    "ExecutionRole": "execution-role-arn", 
    "CustomPosixUserConfig": 
    { 
        "Uid": UID, 
        "Gid": GID
    }, 
    "CustomFileSystemConfigs": 
    [ 
        { 
            "EFSFileSystemConfig": 
            { 
                "FileSystemId": "file-system-id", 
                "FileSystemPath": "/" 
            } 
        } 
    ]
}

Esse exemplo de configuração tem as seguintes chaves:

• ExecutionRole— A função de execução padrão para os usuários do domínio.

• CustomPosixUserConfig— As identidades POSIX padrão usadas para operações do sistema 
de arquivos. Você pode usar essas configurações para aplicar sua estrutura de permissão POSIX 
existente aos perfis de usuário que acessam o sistema de arquivos personalizado. No nível de 
permissões POSIX, você pode controlar quais usuários podem acessar o sistema de arquivos e 
quais arquivos ou dados eles podem acessar.
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Você também pode aplicar CustomPosixUserConfig configurações a um perfil de usuário ao 
usar os update-user-profile comandos create-user-profile ou. As configurações que 
você aplica a um perfil de usuário substituem as que você aplica ao domínio associado.

• Uid— O ID do usuário POSIX. O padrão é 200001.

• Gid— O ID do grupo POSIX. O padrão é 1001.

• CustomFileSystemConfigs— Configurações para sistemas de arquivos personalizados 
(somente sistemas de arquivos Amazon EFS são compatíveis).

Você também pode aplicar CustomFileSystemConfigs configurações a um perfil de usuário ao 
usar os update-user-profile comandos create-user-profile ou. O perfil do usuário terá 
acesso a esses sistemas de arquivos, bem como aos que você anexar ao domínio.

• EFSFileSystemConfig— Configurações para sistemas de arquivos personalizados do Amazon 
EFS.

• FileSystemId— O ID do seu sistema de arquivos Amazon EFS.

• FileSystemPath— O caminho para o diretório do sistema de arquivos que pode ser acessado 
pelos usuários do Domínio em seus espaços no Studio. Os usuários permitidos podem acessar 
somente este diretório e abaixo. O caminho padrão é a raiz do sistema de arquivos:/.

SageMaker cria um link simbólico no seguinte caminho:/home/sagemaker-user/custom-file-
systems/file-system-type/file-system-id. Com isso, os usuários do domínio podem 
navegar até o sistema de arquivos personalizado a partir de seu diretório inicial,/home/sagemaker-
user.

Depois de anexar um sistema de arquivos personalizado a um domínio, os usuários do domínio 
podem anexar o sistema de arquivos a um espaço usando o comando create-space.

Example comando create-space com um sistema de arquivos personalizado

O exemplo a seguir anexa um sistema de arquivos a um novo espaço.

aws sagemaker create-space \
--space-name space-name \
--domain-id domain-id \
--ownership-settings "OwnerUserProfileName=user-profile-name" \
--space-sharing-settings "SharingType=Private" \
--space-settings file://space-settings.json
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Neste exemplo, o arquivo space-settings.json tem as seguintes configurações, que incluem a
CustomFileSystems configuração com a FileSystemId chave.

{ 
    "AppType": "JupyterLab", 
    "JupyterLabAppSettings": 
    { 
        "DefaultResourceSpec": 
        { 
            "InstanceType": "ml.t3.xlarge" 
        } 
    }, 
    "CustomFileSystems": 
    [ 
        { 
            "EFSFileSystem": 
            { 
                "FileSystemId": "file-system-id" 
            } 
        } 
    ]
}

Ambiente

Esta página fornece informações sobre modificações no ambiente do Amazon SageMaker Domain. 
Isso inclui imagens personalizadas, configurações de ciclo de vida e repositórios git anexados a um 
ambiente de Domínio. Eles também podem ser anexados a um espaço compartilhado usando a AWS 
CLI, passando valores para o comando create-space usando o parâmetro space-settings.

Para obter mais informações sobre como trazer uma imagem personalizada do Amazon SageMaker 
Studio Classic, consulte Traga sua própria SageMaker imagem.

Para obter mais informações sobre como trazer uma imagem personalizada do RStudio, consulte
Traga sua própria imagem para o RStudio on. SageMaker

Para obter instruções sobre como usar uma configuração de ciclo de vida com o Studio Classic, 
consulte Usar configurações de ciclo de vida com o Amazon Studio. SageMaker

Para obter informações sobre como anexar um repositório git a um domínio, consulte Anexar 
repositórios Git sugeridos a. SageMaker
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Realize o procedimento a seguir para exibir imagens personalizadas, configurações de ciclo de vida 
e repositórios git anexados a um ambiente de Domínio.

Abra a página de Ambiente

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione um Domínio para abrir a página Ambiente.

5. Na página de Detalhes do Domínio, escolha a guia Ambiente.

Exibir e Editar Domínios

Este tópico mostra como visualizar uma lista dos seus SageMaker domínios da Amazon, visualizar 
os detalhes de um domínio e editar as configurações do domínio no SageMaker console da Amazon 
ou AWS Command Line Interface (AWS CLI).

Tópicos

• Exibir Domínios

• Editar configurações de Domínio

Exibir Domínios

A seção a seguir mostra como visualizar uma lista de seus domínios e detalhes de um domínio 
individual no SageMaker console ou noAWS CLI.

Console

A página de visão geral do Domínio do console fornece informações sobre a estrutura de um 
Domínio e fornece uma lista dos seus Domínios. O diagrama de estrutura de Domínio da página 
descreve os componentes do Domínio e como eles interagem uns com os outros.

O procedimento a seguir mostra como visualizar uma lista dos seus domínios no SageMaker 
console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.
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Para visualizar os detalhes do Domínio, conclua o procedimento a seguir. Esta página fornece 
informações sobre as configurações gerais do Domínio, incluindo nome, ID do Domínio, função de 
execução usada para criar o Domínio e o método de autenticação do Domínio. 

1. Na lista de domínios, selecione o domínio para o qual você deseja abrir a página de
configurações do domínio.

2. Na página Detalhes do Domínio, escolha a guia Configurações do Domínio.

AWS CLI

Execute o comando a seguir no terminal da sua máquina local para ver uma lista de Domínios da 
AWS CLI.

aws sagemaker list-domains --region region

Editar configurações de Domínio

Você pode editar as configurações de um domínio no SageMaker console ou noAWS CLI. As 
considerações a seguir se aplicam ao atualizar as configurações de um Domínio.

• Se DefaultUserSettings e DefaultSpaceSettings estiverem definidos, eles não poderão 
ser desativados.

• DefaultUserSettings.ExecutionRole só pode ser atualizado se não houver aplicativos em 
execução em nenhum perfil de usuário dentro do Domínio. A definição desse valor não pode ser 
desativada.

• DefaultSpaceSettings.ExecutionRole só pode ser atualizado se não houver aplicativos em 
execução em nenhum espaço compartilhado dentro do Domínio. A definição desse valor não pode 
ser desativada.

• Se o domínio foi criado somente no modo VPC, SageMaker aplicará automaticamente as 
atualizações das configurações do grupo de segurança definidas para o domínio a todos os 
espaços compartilhados criados no domínio.

• DomainId não pode ser atualizado.

A seção a seguir mostra como editar as configurações de domínio no SageMaker console ou noAWS 
CLI.
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Console

Você pode editar o domínio no SageMaker console usando o procedimento a seguir.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de domínios, selecione o domínio para o qual você deseja abrir a página de
configurações do domínio.

5. Na página Detalhes do domínio, você pode configurar e gerenciar os detalhes do seu domínio 
escolhendo a guia apropriada.

6. Para definir as configurações gerais, na página Detalhes do domínio, escolha a guia
Configurações do domínio e escolha Editar.

AWS CLI

Execute o comando a seguir no terminal da sua máquina local para atualizar um Domínio da 
AWS CLI. Para obter mais informações sobre a estrutura dodefault-user-settings, consulte
CreateDomain.

aws sagemaker update-domain \
--domain-id domain-id \
--default-user-settings default-user-settings \
--default-space-settings default-space-settings \
--domain-settings-for-update settings-for-update \
--region region

Excluir um SageMaker domínio da Amazon

Um Domínio consiste em uma lista de usuários autorizados, definições de configuração e um volume 
do Amazon Elastic File System (Amazon EFS). O volume do Amazon EFS contém dados para os 
usuários, incluindo blocos de anotações, recursos e artefatos. Um usuário pode ter vários aplicativos 
compatíveis com a experiência de leitura e execução dos blocos de anotações, terminais e consoles 
do usuário.

Você pode excluir o Domínio usando uma das formas a seguir:

• Console do AWS
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• AWS Command Line Interface (AWS CLI)

• SageMaker SDK

As seções a seguir explicam como excluir um Domínio e os requisitos para fazer isso.

Requisitos

Você deve atender aos seguintes requisitos para excluir um Domínio.

• Você deve ter permissão de administrador para excluir um Domínio.

• Você só pode excluir um aplicativo com o status InService exibido como Pronto no Domínio. Um 
aplicativo cujo status seja Failed não precisa ser excluído para excluir o Domínio que o contém. 
No Domínio, a tentativa de excluir um aplicativo no estado com falha resulta em erro.

• Para que um Domínio possa ser excluído, ele não pode conter nenhum perfil de usuário ou 
espaços compartilhados. Para excluir um perfil de usuário ou um espaço compartilhado, o perfil ou 
o espaço compartilhado não pode conter nenhum aplicativo sem falha.

Quando você exclui esses recursos, ocorre o seguinte:

• Aplicativo – Os dados (arquivos e blocos de anotações) no diretório pessoal de um usuário são 
salvos. Os dados do bloco de anotações não salvos são perdidos.

• Perfil de usuário – O usuário não pode mais fazer login no Domínio. O usuário perde o acesso 
ao diretório inicial, mas os dados não são excluídos. Um administrador pode recuperar os dados 
do volume do Amazon EFS em que são armazenados sob a conta da Conta da AWS do usuário.

• Para alternar os modos de autenticação do IAM para o IAM Identity Center, você deve excluir o 
Domínio.

Arquivos EFS

Seus arquivos são mantidos em um volume do Amazon EFS como backup. Esse backup inclui os 
arquivos no diretório montado, que é /home/sagemaker-user para o Amazon SageMaker Studio 
Classic e /root para kernels.

Quando você exclui arquivos desses diretórios montados, o kernel ou o aplicativo pode mover os 
arquivos excluídos para uma pasta de lixo oculta. Se a pasta de lixo estiver dentro do diretório 
montado, esses arquivos serão copiados para o volume do Amazon EFS e serão cobrados. Para 
evitar essas cobranças do Amazon EFS, você deve identificar e limpar a localização da pasta de 
lixo. A localização da pasta de lixo para aplicativos e kernels padrão é ~/.local/. Isso pode variar 
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dependendo da distribuição Linux usada para aplicativos ou kernels personalizados. Para obter mais 
informações sobre volume do Amazon EFS, consulte Gerencie seu volume de armazenamento do 
Amazon EFS no SageMaker Studio Classic.

Quando você usa o SageMaker console para excluir o domínio, o volume do Amazon EFS é 
desanexado, mas não excluído. O mesmo comportamento ocorre por padrão quando você usa o 
SDK AWS CLI ou o SageMaker Python para excluir o domínio. No entanto, ao usar o SDK AWS CLI 
ou o SageMaker Python, você pode definir o RetentionPolicy HomeEfsFileSystem=Delete
para excluir o volume do Amazon EFS junto com o domínio.

Excluir um SageMaker domínio da Amazon (console)

Para excluir um Domínio

1. Abra o console de SageMaker.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o Domínio que deseja excluir.

5. Repita as etapas a seguir para cada usuário na lista Perfis de usuário.

a. Escolha o usuário.

b. Na página Detalhes do usuário, para cada aplicativo sem falha na lista Aplicativos, 
selecione Ação.

c. Na lista suspensa, escolha Excluir.

d. Na caixa de diálogo Excluir aplicativo, selecione Sim, excluir aplicativo. Em seguida, insira
Excluir no campo de confirmação e escolha Excluir.

e. Quando o Status for exibido como Excluído para todos os aplicativos, escolha Editar.

f. Na página Editar usuário, selecione Excluir usuário.

g. Na caixa de diálogo Excluir usuário, selecione Sim, excluir usuário. Em seguida, insira
Excluir no campo de confirmação e escolha Excluir.
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Important

Quando excluído, o usuário perde o acesso ao volume do Amazon EFS que contém 
seus dados, incluindo blocos de anotações e outros artefatos. Os dados não são 
excluídos e podem ser acessados por um administrador.

6. Quando todos os usuários forem excluídos, escolha a guia Gerenciamento de espaço.

7. Repita as etapas a seguir para cada espaço compartilhado na lista de Espaços.

a. Selecione o nome do espaço compartilhado.

b. Escolha Excluir aplicativo para cada aplicativo.

c. Na caixa de diálogo Excluir aplicativo, selecione Sim, excluir aplicativo. Em seguida, insira
Excluir no campo de confirmação e escolha Excluir.

d. Escolha Cancelar.

e. Selecione o espaço compartilhado.

f. Escolha Excluir.

g. Na caixa de diálogo Excluir espaço, selecione Sim, excluir espaço. Em seguida, insira
Excluir no campo de confirmação e escolha Excluir espaço.

8. Quando todos os usuários e espaços compartilhados forem excluídos, escolha a guia
Configurações do domínio.

9. Selecione a opção Editar.

10. Na página Configurações gerais, escolha Excluir Domínio.

11. Na caixa de diálogo Excluir Domínio, selecione Sim, excluir Domínio. Em seguida, insira Excluir
no campo de confirmação e escolha Excluir.

Excluir um SageMaker domínio da Amazon (AWS CLI)

Para excluir um Domínio

1. Recupere a lista de Domínios na conta.

aws --region Region sagemaker list-domains

2. Recupere a lista de aplicativos para o Domínio a ser excluído.
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aws --region Region sagemaker list-apps \ 
    --domain-id-equals DomainId

3. Exclua cada aplicativo da lista.

aws --region Region sagemaker delete-app \ 
    --domain-id DomainId \ 
    --app-name AppName \ 
    --app-type AppType \ 
    --user-profile-name UserProfileName

4. Recupere a lista de perfis de usuário no Domínio.

aws --region Region sagemaker list-user-profiles \ 
    --domain-id-equals DomainId

5. Exclua cada perfil de usuário da lista.

aws --region Region sagemaker delete-user-profile \ 
    --domain-id DomainId \ 
    --user-profile-name UserProfileName

6. Recupere a lista de espaços compartilhados no Domínio.

aws --region Region sagemaker list-spaces \ 
    --domain-id DomainId

7. Exclua cada espaço compartilhado na lista.

aws --region Region sagemaker delete-space \ 
    --domain-id DomainId \ 
    --space-name SpaceName

8. Exclua o Domínio. Para também excluir o volume do Amazon EFS, especifique
HomeEfsFileSystem=Delete.

aws --region Region sagemaker delete-domain \ 
    --domain-id DomainId \ 
    --retention-policy HomeEfsFileSystem=Retain
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Perfis de usuário do Domínio

Um perfil de usuário representa um único usuário dentro de um SageMaker domínio da Amazon. 
O perfil de usuário é a principal maneira de referenciar um usuário para fins de compartilhamento, 
relatórios e outros atributos orientados para o usuário. Essa entidade é criada quando um usuário 
se inscreve no SageMaker domínio da Amazon. Um perfil de usuário pode ter (no máximo) um 
único JupyterServer aplicativo fora do contexto de um espaço compartilhado. O aplicativo Studio 
Classic do perfil do usuário está diretamente associado ao perfil do usuário e tem um diretório 
isolado do Amazon EFS, uma função de execução associada ao perfil do usuário e aplicativos 
Kernel Gateway. Um perfil de usuário também pode criar outros aplicativos a partir do console ou do 
Amazon SageMaker Studio.

Tópicos

• Adicionar e remover perfis de usuário

• Visualizar perfis de usuário e detalhes do perfil de usuário

Adicionar e remover perfis de usuário

As seções a seguir demonstram como adicionar e remover perfis de usuário de um SageMaker 
domínio da Amazon usando o SageMaker console ou o AWS Command Line Interface (AWS CLI).

Tópicos

• Adicionar perfis de usuário

• Remover perfis de usuário

Adicionar perfis de usuário

A seção a seguir mostra como adicionar perfis de usuário a um domínio usando o SageMaker 
console ou AWS CLI o.

Depois de adicionar um perfil de usuário ao domínio, os usuários podem fazer login usando 
uma URL. Se o domínio usar AWS IAM Identity Center para autenticação, os usuários 
receberão um e-mail contendo a URL para entrar no domínio. Se o domínio usarAWS Identity 
and Access Management, você poderá criar uma URL para um perfil de usuário usando
CreatePresignedDomainUrl
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Adicionar perfis de usuário a partir do console

Você pode adicionar perfis de usuário a um domínio a partir do SageMaker console seguindo este 
procedimento.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio ao qual deseja adicionar um perfil de usuário.

5. Na página Detalhes do Domínio, escolha a aba Perfis de usuário.

6. Escolha Adicionar usuário. Essa ação abre uma nova página.

7. Use o nome padrão para seu perfil de usuário ou adicione um nome personalizado.

8. Em Função de execução, escolha uma opção no seletor de função. Se você escolher Inserir 
um ARN de função do IAM personalizado, a função deverá ter, no mínimo, uma política de 
confiança anexada que conceda SageMaker permissão para assumir a função. Para obter mais 
informações, consulte Funções do SageMaker.

Se você escolher Criar uma nova função, a caixa de diálogo Criar um perfil do IAM será aberta:

a. Em Buckets do S3 especificados por você, especifique buckets adicionais do Amazon S3 
que os usuários de seus blocos de anotações podem acessar. Se não quiser adicionar 
acesso a mais buckets, escolha Nenhum.

b. Escolha Criar função. SageMaker cria uma nova função do IAMAmazonSageMaker-
ExecutionPolicy, com a AmazonSageMakerFullAccesspolítica anexada.

9. (Opcional) Adicione tags ao perfil do usuário. Todos os recursos criados pelo perfil de usuário 
terão uma tag ARN de Domínio e uma tag ARN de perfil de usuário. A tag ARN do Domínio é 
baseada na ID do Domínio, enquanto a tag ARN do perfil do usuário é baseada no nome do 
perfil do usuário.

10. Escolha Próximo.

11. Em  JupyterLab Versão padrão, selecione uma JupyterLab versão no menu suspenso para usar 
como padrão para seu perfil de usuário. Para obter informações sobre como selecionar uma 
JupyterLab versão, consulte JupyterLabControle de versão.

12. Na JumpStart seção SageMaker Projetos e, você tem duas opções. Você pode aceitar o projeto 
e JumpStart as configurações padrão ou pode personalizar se o perfil do usuário pode criar 
projetos e usá-los JumpStart. Para obter mais informações, consulte Permissões do SageMaker 
Studio necessárias para usar projetos.
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13. Escolha Próximo.

14. (Opcional) Se o Domínio tiver uma licença do RStudio associada, selecione se você deseja criar 
o usuário com uma das seguintes autorizações:

• Não autorizado

• Administrador do RStudio

• Usuário do RStudio

15. Escolha Próximo.

16. Para a configuração de permissões básicas do Canvas, selecione se deseja estabelecer as 
permissões mínimas necessárias para usar o aplicativo SageMaker Canvas.

17. (Opcional) Para a configuração de previsão de séries temporais: Para conceder permissões ao 
usuário para previsão de séries temporais no SageMaker Canvas, deixe a opção Ativar previsão 
de séries temporais ativada. Ela está ativada por padrão.

18. (Opcional) Se você tiver deixado a opção Habilitar previsão de séries temporais ativada, 
selecione Criar e usar uma nova função de execução. Como alternativa, se você já tiver um 
perfil do IAM com as permissões necessárias do Amazon Forecast anexadas, selecione
Usar uma função de execução existente. Para obter mais informações, consulte Método de 
configuração do perfil do IAM.

19. Selecione Enviar.

Criar perfis de usuário a partir da AWS CLI

Para criar um perfil de usuário em um Domínio a partir da AWS CLI, execute o comando a seguir no 
terminal da máquina local. Para obter informações sobre os ARNs da JupyterLab versão disponível, 
consulteDefinindo uma JupyterLab versão padrão.

aws --region region \
sagemaker create-user-profile \
--domain-id domain-id \
--user-profile-name user-name \
--user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "sagemaker-image-arn", 
      "InstanceType": "system" 
    } 
  }

SageMaker Domínio 46



Amazon SageMaker Guia do Desenvolvedor

}'

Remover perfis de usuário

Todos os aplicativos lançados por um perfil de usuário devem ser excluídos para excluir o perfil 
do usuário. A seção a seguir mostra como remover perfis de usuário de um domínio usando o 
SageMaker console ouAWS CLI.

Remover perfis de usuário a partir do console

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio do qual você deseja remover um perfil de usuário.

5. Na página Detalhes do Domínio, escolha a aba Perfis de usuário.

6. Selecione o perfil de usuário que você deseja excluir.

7. Na página Detalhes do usuário, para cada aplicativo sem falha na lista Aplicativos, selecione
Ação.

8. Na lista suspensa, escolha Excluir.

9. Na caixa de diálogo Excluir aplicativo, selecione Sim, excluir aplicativo. Em seguida, insira
Excluir no campo de confirmação e escolha Excluir.

10. Quando o Status for exibido como Excluído para todos os aplicativos, escolha Editar.

11. Na página Editar usuário, selecione Excluir usuário.

12. Na tela pop-up Excluir usuário, selecione Sim, excluir usuário.

13. Insira a palavra Excluir no campo para confirmar a exclusão.

14. Escolha Excluir.

Remover perfis de usuário a partir da AWS CLI

Para criar um perfil de usuário a partir da AWS CLI, execute o comando a seguir no terminal da 
máquina local.

aws sagemaker delete-user-profile \
--region region \
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--domain-id domain-id \
--user-profile-name user-name

Visualizar perfis de usuário e detalhes do perfil de usuário

Este tópico mostra como visualizar uma lista de perfis de usuário em um SageMaker domínio da 
Amazon e visualizar detalhes de um perfil de usuário no SageMaker console ou no AWS Command 
Line Interface (AWS CLI).

Tópicos

• Visualizar perfis de usuários

• Visualizar detalhes do perfil do usuário

Visualizar perfis de usuários

A seção a seguir descreve como visualizar uma lista de perfis de usuário em um domínio a partir do 
SageMaker console ou doAWS CLI.

Visualizar perfis de usuário a partir do console

Conclua o procedimento a seguir para ver uma lista de perfis de usuário no Domínio a partir do 
SageMaker console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio cuja lista de perfis de usuário você deseja visualizar.

5. Na página Detalhes do Domínio, escolha a aba Perfis de usuário.

Visualizar perfis de usuário a partir da AWS CLI

Para visualizar um perfil de usuário em um Domínio a partir da AWS CLI, execute o comando a 
seguir no terminal da máquina local.

aws sagemaker list-user-profiles \
--region region \
--domain-id domain-id
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Visualizar detalhes do perfil do usuário

A seção a seguir descreve como visualizar os detalhes de um perfil de usuário no SageMaker 
console ou noAWS CLI.

Visualizar detalhes do perfil de usuário a partir do console

Conclua o procedimento a seguir para visualizar os detalhes de um perfil de usuário no SageMaker 
console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio cuja lista de perfis de usuário você deseja visualizar.

5. Na página Detalhes do Domínio, escolha a aba Perfis de usuário.

6. Selecione o perfil de usuário cujos detalhes você deseja visualizar.

Visualizar detalhes do perfil de usuário a partir da AWS CLI

Para descrever um perfil de usuário a partir da AWS CLI, execute o comando a seguir no terminal da 
máquina local.

aws sagemaker describe-user-profile \
--region region \
--domain-id domain-id \
--user-profile-name user-name

Grupos do IAM Identity Center em um Domínio

Se você usar a AWS IAM Identity Center autenticação para seu SageMaker domínio da Amazon, 
poderá adicionar e editar o acesso de grupos e usuários a um domínio. Para obter mais informações 
sobre o IAM Identity Center, consulte O que é o IAM Identity Center?. Os tópicos a seguir mostram 
como gerenciar usuários e grupos do IAM Identity Center que têm acesso a um Domínio.

Tópicos

• Visualizar grupos e usuários

• Adicionar grupos e usuários
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• Remover grupos

Visualizar grupos e usuários

Conclua o procedimento a seguir para ver uma lista de grupos e usuários do IAM Identity Center no 
SageMaker console da Amazon.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio para o qual você deseja abrir a página de
Configurações de Domínio.

5. Na página de Detalhes do Domínio, escolha a guia Grupos.

Adicionar grupos e usuários

As seções a seguir mostram como adicionar grupos e usuários a um domínio a partir do SageMaker 
console ouAWS CLI.

Note

Se o domínio foi criado antes de 1º de outubro de 2023, você só poderá adicionar grupos e 
usuários ao domínio a partir do SageMaker console.

Console do SageMaker

Conclua o procedimento a seguir para adicionar grupos e usuários ao seu domínio a partir do 
SageMaker console.

1. Na guia Grupos, escolha Atribuir usuários e grupos.

2. Na página Atribuir usuários e grupos, selecione os usuários e grupos que você deseja adicionar.

3. Escolha Atribuir usuários e grupos.
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AWS CLI

Conclua o procedimento a seguir para adicionar grupos e usuários ao seu domínio a partir doAWS 
CLI.

1. Obtenha o SingleSignOnApplicationArn do domínio com uma chamada para describe-
domain. SingleSignOnApplicationArné o ARN do aplicativo gerenciado no IAM Identity 
Center.

aws sagemaker describe-domain \
--region region \
--domain-id domain-id

2. Associe o usuário ou grupo ao domínio. Para fazer isso, transmita o
SingleSignOnApplicationArn valor retornado do comando describe-domain como
application-arn parâmetro em uma chamada para create-application-assignment.Você 
também deve passar o tipo e o ID da entidade a ser associada.

aws sso-admin create-application-assignment \
--application-arn application-arn \
--principal-id principal-id \
--principal-type principal-type

Remover grupos

Conclua o procedimento a seguir para remover grupos do seu domínio do SageMaker console. Para 
obter informações sobre como excluir um usuário, consulte Remover perfis de usuário.

1. Na guia Grupos, escolha o grupo que você deseja remover.

2. Escolha Cancelar atribuição de grupos.

3. Na janela pop-up, escolha Sim, cancelar a atribuição dos grupos.

4. Digite cancelar atribuição no campo.

5. Escolha Cancelar atribuição de grupos.

Integração rápida ao Amazon Domain SageMaker

Este tópico descreve como fazer a integração com o Amazon SageMaker Domain usando o 
procedimento Configurar para usuários únicos a partir do SageMaker console. Esse procedimento 
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configura seu domínio com um único clique e usa a autenticação AWS Identity and Access 
Management (IAM).

Para obter informações sobre como configurar seu domínio com configurações avançadas, 
consulte Integração personalizada usando IAM a configuração personalizada da autenticação do 
IAM e Integração personalizada ao Amazon SageMaker Domain usando o IAM Identity Center a 
configuração da autenticação personalizada do IAM Identity Center.

No momento, o suporte ao RStudio não está disponível durante a integração usando o procedimento 
Configurar para usuários individuais. Para usar o RStudio, você deve fazer a integração usando o 
procedimento Configurar para organizações.

Tópicos

• Configuração rápida para usuários individuais

• Configurações padrão

Configuração rápida para usuários individuais

Integre-se rapidamente ao domínio usando Configurar para um único usuário a partir da página de 
SageMaker destino

Depois de satisfazer os pré-requisitosConfigurar os SageMaker pré-requisitos da Amazon, siga as 
etapas.

1. Abra o console de SageMaker .

2. Em Novo para SageMaker? , escolha Configurar para um único usuário. Seu Domínio e perfil de 
usuário são criados automaticamente.

Integre-se rapidamente ao domínio usando Configurar para um único usuário na página Domínio

1. Abra o console de SageMaker .

2. Abra o painel de navegação esquerdo.

3. Em Configurações do administrador, escolha Domínios.

4. Escolha Criar domínio.

5. Escolha Configurar para um único usuário (Configuração rápida). Seu Domínio e perfil de 
usuário são criados automaticamente.
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Agora que você se integrou ao Domínio, você pode iniciar um aplicativo abrindo o SageMaker 
console e escolhendo o ambiente no painel de navegação esquerdo.

Para obter informações sobre como adicionar usuários ao seu Domínio, consulte Adicionar e 
remover perfis de usuário.

Configurações padrão

Quando você se integra ao SageMaker domínio da Amazon usando o procedimento Configurar para 
usuário único, SageMaker usa os seguintes padrões como parte da criação do domínio e do perfil 
do usuário. Você não pode modificar esses padrões usando o procedimento Configurar para usuário 
único.

• Nome do domínio: atribui SageMaker automaticamente o nome do domínio com um carimbo de 
data/hora no formato a seguir.

QuickSetupDomain-YYYYMMDDTHHMMSS

• Nome do perfil do usuário: atribui SageMaker automaticamente o nome do perfil do usuário com 
um carimbo de data/hora no formato a seguir.

default-YYYYMMDDTHHMMSS

• Função de execução do domínio: SageMaker cria uma nova função do IAM e 
anexa a AmazonSageMakerFullAccesspolítica. Quando usar a configuração 
rápida e o Amazon SageMaker Studio atualizado é sua experiência padrão, 
sua função do IAM também inclui as AmazonS3FullAccesspolíticas
AmazonSageMakerCanvasFullAccessAmazonSageMakerCanvasAIServicesAccess,,.

• Função de execução do perfil do usuário: SageMaker define a função de execução do perfil do 
usuário para a mesma função do IAM usada para a função de execução do domínio.

• Função de execução de espaço compartilhado: SageMaker define a função de execução de 
espaço compartilhado para a mesma função do IAM usada para a função de execução do 
domínio.

• SageMaker Função de previsão de séries temporais do Canvas: SageMaker cria uma nova função 
do IAM com as permissões necessárias para usar o recurso de previsão de séries temporais do 
SageMaker Canvas.

• Bucket Amazon S3: SageMaker cria um bucket Amazon S3 nomeado com o seguinte formato para 
compartilhamento de notebooks.
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sagemaker-studio-XXXXXXXXXXXXXXX

• Amazon VPC: SageMaker seleciona uma VPC pública com a seguinte lógica.

1. Se houver uma VPC padrão com sub-redes associadas na região, use-a. SageMaker

2. Se não houver uma VPC padrão ou se a VPC padrão não tiver sub-redes associadas, use 
SageMaker qualquer VPC existente com sub-redes associadas. Se houver várias VPCs 
existentes, é SageMaker possível selecionar qualquer uma delas.

Integração personalizada ao Amazon SageMaker Domain usando o IAM 
Identity Center

Este tópico descreve como fazer a integração com o Amazon SageMaker Domain usando a 
autenticação usando AWS IAM Identity Center o SageMaker console ou o. AWS CLI Para obter 
informações sobre como configurar o IAM Identity Center para ser usado com um Domínio, 
consulte Configure o IAM Identity Center para uso com o Amazon SageMaker Domain. Para obter 
informações sobre como integrar-se usando a autenticação do (IAM) AWS Identity and Access 
Management, consulte Integração rápida ou Integração personalizada usando IAM.

Tópicos

• Integrar-se a partir do console

• Integrar-se a partir da AWS CLI

• Acesse o domínio após a integração

• Configure o IAM Identity Center para uso com o Amazon SageMaker Domain

Integrar-se a partir do console

Integre-se ao Domínio usando o IAM Identity Center

1. Abra o console de SageMaker .

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, selecione Criar Domínio.

5. Na página Configurar SageMaker domínio, escolha Configurar para organizações.

Integração personalizada usando o IAM Identity Center 54

https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guia do Desenvolvedor

6. Selecione Configurar.

Etapa 1: detalhes do domínio

1. Em Nome do Domínio, insira o nome exclusivo do seu Domínio. Por exemplo, esse pode ser o 
nome do seu projeto ou da equipe.

2. Escolha Próximo.

Etapa 2: usuários e atividades de ML

Selecione o grupo ou crie os usuários para o domínio e conceda a eles permissões para as 
atividades de ML às quais você deseja que eles tenham acesso.

Nessas instruções de configuração, usamos a opção IAM Identity Center. Para usar a autenticação 
do IAM Identity Center, você deve pertencer a uma organização do AWS Organizations. Para obter 
informações sobre como configurar um IAM Identity Center, consulteConfigure o IAM Identity Center 
para uso com o Amazon SageMaker Domain.

A função do IAM que você configura nesta etapa é atribuída ao grupo selecionado do IAM Identity 
Center e a todos os usuários que fazem parte desse grupo.

1. Em Como você deseja acessar o Studio? , escolha AWSIdentity Center.

2. Em Quem usará o Studio? selecione os usuários ou grupos do IAM Identity Center e escolha
Selecionar. Você precisa configurar o Amazon SageMaker Studio na mesma região em que seu 
IAM Identity Center está configurado. Você pode alterar a região do seu domínio escolhendo a 
região na lista suspensa no canto superior direito do console ou pode alterar a região do seu 
centro de identidade do IAM navegando até o AWS portal de acesso.

3. Em Quais atividades de ML eles realizam? você pode usar uma função existente escolhendo
Usar uma função existente ou criar uma nova função escolhendo Criar uma nova função e 
marcando as atividades de ML às quais você deseja que a função tenha acesso. Você pode 
selecionar no máximo 10 atividades de ML.

4. Ao selecionar atividades de ML, talvez seja necessário atender aos requisitos. Para satisfazer 
um requisito, escolha Adicionar e conclua o requisito.

5. Depois que todos os requisitos forem atendidos, escolha Avançar.

Etapa 3: Aplicativos
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Nesta etapa, você pode configurar os aplicativos que você ativou na etapa anterior. Para obter mais 
informações sobre as atividades de ML, consulteReferência da atividade de ML.

Se o aplicativo não tiver sido ativado, você receberá um aviso para esse aplicativo. Para ativar 
um aplicativo que não foi ativado, retorne à etapa anterior escolhendo Voltar e siga as instruções 
anteriores.

SageMaker Configuração do estúdio:

Em SageMaker Studio, você tem a opção de escolher entre a versão nova e a clássica do Studio 
como sua experiência padrão. Isso significa escolher com qual ambiente de ML você interagirá 
depois de abrir o Studio.

• SageMaker Studio — O novo inclui vários ambientes de desenvolvimento integrados (IDEs) 
e aplicativos, incluindo o Amazon SageMaker Studio Classic. Se escolhido, o Studio Classic 
IDE tem configurações padrão. Para obter informações sobre as configurações padrão, 
consulteConfigurações padrão.

• SageMaker O Studio Classic inclui o Jupyter IDE. Se escolhido, você pode configurar sua 
configuração do Studio Classic.

Para obter informações sobre o Studio Classic, consulteAmazon SageMaker Studio Clássico.

SageMaker Configuração do Canvas:

Se você tiver o Amazon SageMaker Canvas ativado, consulte as Começando a usar o Amazon 
SageMaker Canvas instruções e os detalhes de configuração para integração.

SageMaker Configuração do Studio Classic:

Se você escolheu SageMaker Studio - Novo (recomendado) como sua experiência padrão, o IDE 
Studio Classic tem configurações padrão. Para obter informações sobre as configurações padrão, 
consulteConfigurações padrão.

Se você escolheu o Studio Classic como sua experiência padrão, você pode optar por ativar 
ou desativar o compartilhamento de recursos do notebook. Os recursos do notebook incluem 
artefatos como saída de células e repositórios Git. Para obter mais informações sobre os recursos do 
Notebook, consulteCompartilhe e use um notebook Amazon SageMaker Studio Classic.

Se você ativou o compartilhamento de recursos do notebook:
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1. Em Localização no S3 para recursos compartilháveis do notebook, insira sua localização no 
Amazon S3.

2. Em Chave de criptografia - opcional, deixe como Sem criptografia personalizada ou escolha uma 
AWS KMS chave existente ou escolha Inserir um ARN da chave KMS e digite o ARN da AWS 
KMS sua chave.

3. Em Preferência de compartilhamento da saída da célula do Notebook, escolha Permitir que os 
usuários compartilhem a saída da célula ou Desativar o compartilhamento da saída da célula.

Configuração do RStudio:

Para habilitar o RStudio, você precisa de uma licença do RStudio. Para configurar isso, 
consulteLicença do RStudio.

1. Em RStudio Workbench, verifique se sua licença do RStudio foi detectada automaticamente. 
Para obter mais informações sobre como obter uma licença do RStudio e ativá-la com 
SageMaker, consulte. Licença do RStudio

2. Selecione um tipo de instância para iniciar seu RStudio Server. Para ter mais informações, 
consulte Tipo de StudioServerPro instância R.

3. Em Permissão, crie sua função ou selecione uma função existente. A função deve ter política 
de permissões a seguir. Essa política permite que o StudioServerPro aplicativo R acesse os 
recursos necessários. Também permite que SageMaker a Amazon inicie automaticamente 
um StudioServerPro aplicativo R quando o StudioServerPro aplicativo R existente estiver no
Failed status Deleted or. Para obter informações sobre como adicionar permissões a uma 
função, consulte Modificar a política de permissões de função (console).

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "license-manager:ExtendLicenseConsumption", 
                "license-manager:ListReceivedLicenses", 
                "license-manager:GetLicense", 
                "license-manager:CheckoutLicense", 
                "license-manager:CheckInLicense", 
                "logs:CreateLogDelivery", 

Integração personalizada usando o IAM Identity Center 57

https://docs.aws.amazon.com/IAM/latest/UserGuide/roles-managingrole-editing-console.html#roles-modify_permissions-policy


Amazon SageMaker Guia do Desenvolvedor

                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DeleteLogDelivery", 
                "logs:Describe*", 
                "logs:GetLogDelivery", 
                "logs:GetLogEvents", 
                "logs:ListLogDeliveries", 
                "logs:PutLogEvents", 
                "logs:PutResourcePolicy", 
                "logs:UpdateLogDelivery", 
                "sagemaker:CreateApp" 
            ], 
            "Resource": "*" 
        } 
    ]
}     

4. Em RStudio Connect, adicione o URL do RStudio Connect. O RStudio Connect é uma 
plataforma de publicação para aplicativos Shiny, relatórios R Markdown, painéis, gráficos e 
muito mais. Quando você se integra ao RStudio on SageMaker, um servidor do RStudio Connect 
não é criado. Para ter mais informações, consulte URL do RStudio Connect.

5. Em RStudio Package Manager, adicione a URL do seu RStudio Package Manager. SageMaker 
cria um repositório de pacotes padrão para o Package Manager quando você integra o RStudio. 
Para obter mais informações sobre o RStudio Package Manager, consulte Gerenciador de 
pacotes do RStudio.

6. Escolha Próximo.

Configuração do editor de código:

Se você tiver o Editor de código ativado, consulte Editor de código para obter uma visão geral e os 
detalhes da configuração.

Etapa 4: Rede

Escolha como você deseja que o Studio se conecte a outros AWS serviços.

Você pode optar por desativar o acesso à Internet em seu Studio especificando o tipo de acesso à 
rede somente na Nuvem Privada Virtual (VPC). Se você escolher essa opção, não poderá executar 
um notebook Studio, a menos que sua VPC tenha um endpoint de interface para a SageMaker API 
e o tempo de execução ou um gateway de tradução de endereços de rede (NAT) com acesso à 
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Internet e seus grupos de segurança permitam conexões de saída. Para obter mais informações 
sobre Amazon VPCs, consulteEscolha uma Amazon VPC.

Se você escolher Virtual Private Cloud (VPC), somente as etapas a seguir serão necessárias. Se 
você escolher Acesso público à Internet, as duas primeiras etapas a seguir serão necessárias.

1. Em VPC, escolha o Amazon VPC ID.

2. Em Sub-rede, escolha uma ou mais sub-redes. Se você não escolher nenhuma sub-rede, 
SageMaker use todas as sub-redes na Amazon VPC. Recomendamos que você use várias 
sub-redes que não sejam criadas em zonas de disponibilidade restritas. O uso de sub-redes 
nessas zonas de disponibilidade restritas pode resultar em erros de capacidade insuficiente e 
em tempos mais longos de criação de aplicativos. Para obter mais informações sobre zonas de 
disponibilidade, consulte Zonas de disponibilidade.

3. Em Grupos de segurança, escolha uma ou mais sub-redes.

Se somente VPC for selecionado, SageMaker aplicará automaticamente as configurações do grupo 
de segurança definidas para o Domínio a todos os espaços compartilhados criados no Domínio. 
Se a opção Somente Internet pública estiver selecionada, as configurações do grupo de segurança 
SageMaker não serão aplicadas aos espaços compartilhados criados no Domínio.

Etapa 5: Armazenamento

Você tem a opção de criptografar seus dados. Os sistemas de arquivos Amazon Elastic File System 
(Amazon EFS) e Amazon Elastic Block Store (Amazon EBS) Elastic Block Store (Amazon EBS) que 
são criados para você quando você cria um domínio. Os tamanhos do Amazon EBS são usados 
tanto pelo editor de código quanto pelos JupyterLab espaços.

Você não pode alterar a chave de criptografia depois de criptografar seus sistemas de arquivos 
Amazon EFS e Amazon EBS. Para criptografar seus sistemas de arquivos Amazon EFS e Amazon 
EBS, você pode usar as seguintes configurações.

• Em Chave de criptografia - opcional, deixe como Sem criptografia personalizada ou escolha uma 
chave KMS existente ou escolha Inserir um ARN da chave KMS e insira o ARN da sua chave 
KMS.

• Em Tamanho padrão do espaço - opcional, insira o tamanho padrão do espaço.

• Em Tamanho máximo do espaço - opcional, insira o tamanho máximo do espaço.

Etapa 6: revisar e criar
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Revise as configurações do seu domínio. Se você precisar alterar as configurações, escolha Editar
ao lado da etapa relevante. Depois de confirmar que as configurações do seu domínio estão 
corretas, escolha Enviar e o domínio será criado para você. esse processo pode demorar alguns 
minutos.

Integrar-se a partir da AWS CLI

Use os comandos a seguir para integrar um Domínio com a autenticação que usa o IAM Identity 
Center a partir da AWS CLI.

1. Crie uma função de execução usada para criar um domínio e anexar a
AmazonSageMakerFullAccesspolítica. Você também pode usar uma função existente que 
tenha, no mínimo, uma política de confiança anexada que conceda SageMaker permissão para 
assumir a função. Para ter mais informações, consulte SageMaker Funções.

aws iam create-role --role-name execution-role-name --assume-role-policy-
document file://execution-role-trust-policy.json
aws iam attach-role-policy --role-name execution-role-name --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess

2. Obtenha o Amazon Virtual Private Cloud (Amazon VPC) padrão da sua conta.

aws --region region ec2 describe-vpcs --filters Name=isDefault,Values=true --query 
 "Vpcs[0].VpcId" --output text

3. Obtenha a lista de sub-redes no Amazon VPC padrão.

aws --region region ec2 describe-subnets --filters Name=vpc-id,Values=default-vpc-
id --query "Subnets[*].SubnetId" --output json

4. Crie um Domínio passando a ID padrão da Amazon VPC, as sub-redes e o ARN da função de 
execução. Você também deve passar um ARN de SageMaker imagem. Para obter informações 
sobre os ARNs da JupyterLab versão disponível, consulteDefinindo uma JupyterLab versão 
padrão.

aws --region region sagemaker create-domain --domain-name domain-name --vpc-
id default-vpc-id --subnet-ids subnet-ids --auth-mode SSO --default-user-
settings "ExecutionRole=arn:aws:iam::account-number:role/execution-role-
name,JupyterServerAppSettings={DefaultResourceSpec={InstanceType=system,SageMakerImageArn=image-
arn}}" \ --query DomainArn --output text
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5. Verifique se o Domínio foi criado.

aws --region region sagemaker  list-domains

Acesse o domínio após a integração

Depois de receber acesso ao Domínio, você receberá um e-mail convidando você a criar uma senha 
e usar o IAM Identity Center. O e-mail também contém o URL para fazer login no Domínio. Para 
obter mais informações sobre como fazer login e a duração da sessão, consulte Como fazer login no 
portal do usuário.

Depois de ativar sua conta, acesse o URL do Domínio, faça login e aguarde até que o perfil de 
usuário seja criado. Nas visitas subsequentes, você só precisa aguardar o carregamento do 
aplicativo Studio.

Marque o URL. O URL também está disponível na página de Configurações do Domínio.

Configure o IAM Identity Center para uso com o Amazon SageMaker Domain

Para usar a autenticação do IAM Identity Center, você deve pertencer a uma organização do AWS 
Organizations. Se você não pertence a uma organização, poderá criar uma seguindo as etapas no
Tutorial: criar e configurar uma organização.

A autenticação multifator (MFA) é ativada por padrão quando você cria uma instância do IAM Identity 
Center. Os usuários são solicitados a fazer login com MFA quando seu dispositivo, navegador ou 
local são alterados. Como prática recomendada de segurança, é altamente recomendável habilitar a 
MFA para as identidades de sua força de trabalho. Para obter mais informações, consulte Gerenciar 
dispositivos de MFA no IAM Identity Center.

Depois de criar sua organização e seu usuário, você pode criar um perfil de SageMaker usuário para 
esse usuário no IAM Identity Center da seguinte maneira.

1. No  SageMaker console da Amazon: — Você pode usar o SageMaker console da Amazon para 
criar um perfil de usuário para o usuário no IAM Identity Center. Se o usuário no IAM Identity 
Center ainda não tiver sido associado ao Domínio, ele será associado automaticamente.

2. Usando o AWS CLI ou AWS CloudFormation — Um usuário no IAM Identity Center atribuído 
ao domínio pode criar um perfil de usuário usando o SageMaker console, o AWS CLI ouAWS 
CloudFormation.
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• Primeiro, você deve usar o console do IAM Identity Center para atribuir o usuário ou o grupo do 
usuário ao Domínio. Para obter mais informações sobre a atribuição de aplicações, consulte
Atribuir acesso a usuários.

• Em seguida, use o AWS CLI ou AWS CloudFormation para criar um perfil de SageMaker 
usuário para o usuário.

Note

Para simplificar a administração das permissões de acesso, recomendamos usar o IAM 
Identity Center para atribuir grupos ao Domínio (em vez de atribuir usuários). Os grupos 
permitem que as permissões sejam concedidas ou negadas a vários usuários ao mesmo 
tempo. Um usuário pode ser retirado de um grupo ou movido para um grupo diferente, se 
necessário. Ao atribuir acesso de usuário aos aplicativos, o IAM Identity Center atualmente 
não oferece suporte à adição de usuários a grupos aninhados. Se um usuário for adicionado 
a um grupo aninhado, ele poderá receber uma mensagem de erro "You do not have 
any applications" durante o login. As atribuições devem ser feitas ao grupo imediato do 
qual o usuário é membro.

Volte para a página Domínios para continuar a integração usando a autenticação do IAM Identity 
Center.

Integração personalizada ao Amazon SageMaker Domain usando IAM

Este tópico descreve como fazer a integração com o Amazon SageMaker Domain usando 
o procedimento Configurar para organizações para autenticação AWS Identity and Access 
Management (IAM) a partir do SageMaker console ou doAWS CLI. Para integrar-se mais 
rapidamente usando o IAM, consulte Integração rápida.

Para obter informações sobre como integrar-se usando o AWS IAM Identity Center (IAM Identity 
Center), consulte Integração personalizada usando o IAM Identity Center.

Integração usando o console do

Para fazer a integração ao Domínio usando o IAM

1. Abra o console de SageMaker .
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2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, selecione Criar Domínio.

5. Na página Configurar SageMaker domínio, escolha Configurar para organizações.

6. Selecione Configurar.

Etapa 1: detalhes do domínio

1. Em Nome do Domínio, insira o nome exclusivo do seu Domínio. Por exemplo, esse pode ser o 
nome do seu projeto ou da equipe.

2. Escolha Próximo.

Etapa 2: usuários e atividades de ML

Selecione o grupo ou crie os usuários para o domínio e conceda permissões às atividades de ML 
que eles terão acesso.

Nessas instruções de configuração, usamos a opção Login por meio do IAM.

A função do IAM que você configura nesta etapa é atribuída a todos os usuários que você adiciona 
nessa etapa.

1. Em Como você deseja acessar o Studio? , escolha Login por meio do IAM.

2. Em Quem usará o Studio? adicione os nomes dos perfis de usuário. Para adicionar um nome 
de perfil de usuário, escolha Adicionar usuário, insira um nome de perfil de usuário e escolha
Selecionar.

3. Em Quais atividades de ML eles realizam? você pode usar uma função existente escolhendo
Usar uma função existente ou criar uma nova função escolhendo Criar uma nova função e 
marcando as atividades de ML às quais você deseja que a função tenha acesso. Você pode 
selecionar no máximo 10 atividades de ML.

4. Ao selecionar atividades de ML, talvez seja necessário atender aos requisitos. Para satisfazer 
um requisito, escolha Adicionar e conclua o requisito.

5. Depois que todos os requisitos forem atendidos, escolha Avançar.

Etapa 3: Aplicativos
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Nesta etapa, você pode configurar os aplicativos que você ativou na etapa anterior. Para obter mais 
informações sobre as atividades de ML, consulteReferência da atividade de ML.

Se o aplicativo não tiver sido ativado, você receberá um aviso para esse aplicativo. Para ativar 
um aplicativo que não foi ativado, retorne à etapa anterior escolhendo Voltar e siga as instruções 
anteriores.

SageMaker Configuração do estúdio:

Em SageMaker Studio, você tem a opção de escolher entre a versão nova e a clássica do Studio 
como sua experiência padrão. Isso significa escolher com qual ambiente de ML você interagirá 
depois de abrir o Studio.

• SageMaker Studio — O novo inclui vários ambientes de desenvolvimento integrados (IDEs) 
e aplicativos, incluindo o Amazon SageMaker Studio Classic. Se escolhido, o Studio Classic 
IDE tem configurações padrão. Para obter informações sobre as configurações padrão, 
consulteConfigurações padrão.

• SageMaker O Studio Classic inclui o Jupyter IDE. Se escolhido, você pode configurar sua 
configuração do Studio Classic.

Para obter informações sobre o Studio Classic, consulteAmazon SageMaker Studio Clássico.

SageMaker Configuração do Canvas:

Se você tiver o Amazon SageMaker Canvas ativado, consulte as Começando a usar o Amazon 
SageMaker Canvas instruções e os detalhes de configuração para integração.

SageMaker Configuração do Studio Classic:

Se você escolheu SageMaker Studio - Novo (recomendado) como sua experiência padrão, o IDE 
Studio Classic tem configurações padrão. Para obter informações sobre as configurações padrão, 
consulteConfigurações padrão.

Se você escolheu o Studio Classic como sua experiência padrão, você pode optar por ativar 
ou desativar o compartilhamento de recursos do notebook. Os recursos do notebook incluem 
artefatos como saída de células e repositórios Git. Para obter mais informações sobre os recursos do 
Notebook, consulteCompartilhe e use um notebook Amazon SageMaker Studio Classic.

Se você ativou o compartilhamento de recursos do notebook:
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1. Em Localização no S3 para recursos compartilháveis do notebook, insira sua localização no 
Amazon S3.

2. Em Chave de criptografia - opcional, deixe como Sem criptografia personalizada ou escolha uma 
AWS KMS chave existente ou escolha Inserir um ARN da chave KMS e digite o ARN da AWS 
KMS sua chave.

3. Em Preferência de compartilhamento da saída da célula do Notebook, escolha Permitir que os 
usuários compartilhem a saída da célula ou Desativar o compartilhamento da saída da célula.

Configuração do RStudio:

Para habilitar o RStudio, você precisará de uma licença do RStudio. Para configurar isso, 
consulteLicença do RStudio.

1. Em RStudio Workbench, verifique se sua licença do RStudio foi detectada automaticamente. 
Para obter mais informações sobre como obter uma licença do RStudio e ativá-la com 
SageMaker, consulte. Licença do RStudio

2. Selecione um tipo de instância para iniciar seu RStudio Server. Para ter mais informações, 
consulte Tipo de StudioServerPro instância R.

3. Em Permissão, crie sua função ou selecione uma função existente. A função deve ter política 
de permissões a seguir. Essa política permite que o StudioServerPro aplicativo R acesse os 
recursos necessários. Também permite que SageMaker a Amazon inicie automaticamente 
um StudioServerPro aplicativo R quando o StudioServerPro aplicativo R existente estiver no
Failed status Deleted or. Para obter informações sobre como adicionar permissões a uma 
função, consulte Modificar a política de permissões de função (console).

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "license-manager:ExtendLicenseConsumption", 
                "license-manager:ListReceivedLicenses", 
                "license-manager:GetLicense", 
                "license-manager:CheckoutLicense", 
                "license-manager:CheckInLicense", 
                "logs:CreateLogDelivery", 
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                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DeleteLogDelivery", 
                "logs:Describe*", 
                "logs:GetLogDelivery", 
                "logs:GetLogEvents", 
                "logs:ListLogDeliveries", 
                "logs:PutLogEvents", 
                "logs:PutResourcePolicy", 
                "logs:UpdateLogDelivery", 
                "sagemaker:CreateApp" 
            ], 
            "Resource": "*" 
        } 
    ]
}     

4. Em RStudio Connect, adicione o URL do RStudio Connect. O RStudio Connect é uma 
plataforma de publicação para aplicativos Shiny, relatórios R Markdown, painéis, gráficos e 
muito mais. Quando você se integra ao RStudio on SageMaker, um servidor do RStudio Connect 
não é criado. Para ter mais informações, consulte URL do RStudio Connect.

5. Em RStudio Package Manager, adicione a URL do seu RStudio Package Manager. SageMaker 
cria um repositório de pacotes padrão para o Package Manager quando você integra o RStudio. 
Para obter mais informações sobre o RStudio Package Manager, consulte Gerenciador de 
pacotes do RStudio.

6. Escolha Próximo.

Configuração do editor de código:

Se você tiver o Editor de código ativado, consulte Editor de código para obter uma visão geral e os 
detalhes da configuração.

Etapa 4: Rede

Escolha como você deseja que o Studio se conecte a outros AWS serviços.

Você pode optar por desativar o acesso à Internet em seu Studio especificando o tipo de acesso à 
rede somente na Nuvem Privada Virtual (VPC). Se você escolher essa opção, não poderá executar 
um notebook Studio, a menos que sua VPC tenha um endpoint de interface para a SageMaker API 
e o tempo de execução ou um gateway de tradução de endereços de rede (NAT) com acesso à 
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Internet e seus grupos de segurança permitam conexões de saída. Para obter mais informações 
sobre Amazon VPCs, consulteEscolha uma Amazon VPC.

Se você escolher Virtual Private Cloud (VPC), somente as etapas a seguir serão necessárias. Se 
você escolher Acesso público à Internet, as duas primeiras etapas a seguir serão necessárias.

1. Em VPC, escolha o Amazon VPC ID.

2. Em Sub-rede, escolha uma ou mais sub-redes. Se você não escolher nenhuma sub-rede, 
SageMaker use todas as sub-redes na Amazon VPC. Recomendamos que você use várias 
sub-redes que não sejam criadas em zonas de disponibilidade restritas. O uso de sub-redes 
nessas zonas de disponibilidade restritas pode resultar em erros de capacidade insuficiente e 
em tempos mais longos de criação de aplicativos. Para obter mais informações sobre zonas de 
disponibilidade, consulte Zonas de disponibilidade.

3. Em Grupos de segurança, escolha uma ou mais sub-redes.

Se somente VPC for selecionado, SageMaker aplicará automaticamente as configurações do grupo 
de segurança definidas para o Domínio a todos os espaços compartilhados criados no Domínio. 
Se a opção Somente Internet pública estiver selecionada, as configurações do grupo de segurança 
SageMaker não serão aplicadas aos espaços compartilhados criados no Domínio.

Etapa 5: Armazenamento

Você tem a opção de criptografar seus dados. Os sistemas de arquivos Amazon Elastic File System 
(Amazon EFS) e Amazon Elastic Block Store (Amazon EBS) Elastic Block Store (Amazon EBS) que 
são criados para você quando você cria um domínio. Os tamanhos do Amazon EBS são usados 
tanto pelo editor de código quanto pelos JupyterLab espaços.

Você não pode alterar a chave de criptografia depois de criptografar seus sistemas de arquivos 
Amazon EFS e Amazon EBS. Para criptografar seus sistemas de arquivos Amazon EFS e Amazon 
EBS, você pode usar as seguintes configurações.

• Em Chave de criptografia - opcional, deixe como Sem criptografia personalizada ou escolha uma 
chave KMS existente ou escolha Inserir um ARN da chave KMS e insira o ARN da sua chave 
KMS.

• Em Tamanho padrão do espaço - opcional, insira o tamanho padrão do espaço.

• Em Tamanho máximo do espaço - opcional, insira o tamanho máximo do espaço.

Etapa 6: revisar e criar
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Revise as configurações do seu domínio. Se você precisar alterar as configurações, escolha Editar
ao lado da etapa relevante. Depois de confirmar que as configurações do seu domínio estão 
corretas, escolha Enviar e o domínio será criado para você. esse processo pode demorar alguns 
minutos.

Integrar-se usando a AWS CLI

Use os comandos a seguir para integrar um Domínio com a autenticação que usa o IAM a partir da 
AWS CLI.

1. Crie uma função de execução usada para criar um domínio e anexar a
AmazonSageMakerFullAccesspolítica. Você também pode usar uma função existente que 
tenha, no mínimo, uma política de confiança anexada que conceda SageMaker permissão para 
assumir a função. Para ter mais informações, consulte SageMaker Funções.

aws iam create-role --role-name execution-role-name
aws iam attach-role-policy --role-name execution-role-name --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess

2. Obtenha o Amazon Virtual Private Cloud (Amazon VPC) padrão da sua conta.

aws --region region ec2 describe-vpcs --filters Name=isDefault,Values=true --query 
 "Vpcs[0].VpcId" --output text

3. Obtenha a lista de sub-redes no Amazon VPC padrão.

aws --region region ec2 describe-subnets --filters Name=vpc-id,Values=default-vpc-
id --query "Subnets[*].SubnetId" --output json

4. Crie um Domínio passando a ID padrão da Amazon VPC, as sub-redes e o ARN da função de 
execução. Você também deve passar um ARN de SageMaker imagem. Para obter informações 
sobre os ARNs da JupyterLab versão disponível, consulteDefinindo uma JupyterLab versão 
padrão.

aws --region region sagemaker create-domain --domain-name domain-name --vpc-
id default-vpc-id --subnet-ids subnet-ids --auth-mode IAM --default-user-
settings "ExecutionRole=arn:aws:iam::account-number:role/execution-role-
name,JupyterServerAppSettings={DefaultResourceSpec={InstanceType=system,SageMakerImageArn=image-
arn}}" \ --query DomainArn --output text

5. Verifique se o Domínio foi criado.

Integração personalizada usando IAM 68

https://console.aws.amazon.com/iam/home?#/policies/arn:aws:iam::aws:policy/AmazonSageMakerFullAccess


Amazon SageMaker Guia do Desenvolvedor

aws --region region sagemaker  list-domains

Escolha uma Amazon VPC

Este tópico fornece informações detalhadas sobre como escolher uma Amazon Virtual Private Cloud 
(Amazon VPC) ao se integrar ao Amazon Domain. SageMaker Para obter mais informações sobre a 
integração ao SageMaker domínio, consulteVisão geral SageMaker do Amazon Domain.

Por padrão, o SageMaker Domain usa duas Amazon VPCs. Uma Amazon VPC é gerenciada pela 
Amazon SageMaker e fornece acesso direto à Internet. Você especifica a outra Amazon VPC, que 
fornece tráfego criptografado entre o Domínio e o volume do Amazon Elastic File System (Amazon 
EFS).

Você pode alterar esse comportamento para que todo SageMaker o tráfego seja enviado pela 
Amazon VPC especificada. Ao escolher essa opção, você deve fornecer as sub-redes, os grupos 
de segurança e os endpoints de interface necessários para se comunicar com a SageMaker API e 
o tempo de SageMaker execução, além de vários AWS serviços, como o Amazon Simple Storage 
Service (Amazon S3) e o Amazon, que são usados pelo CloudWatch Studio.

Ao fazer a integração com o SageMaker Domain, você pede SageMaker para enviar todo o tráfego 
pela sua Amazon VPC definindo o tipo de acesso à rede como somente VPC.

Para especificar as informações da Amazon VPC

Quando você especifica as entidades da Amazon VPC (ou seja, a Amazon VPC, a sub-rede ou o 
grupo de segurança) no procedimento a seguir, uma das três opções é apresentada com base no 
número de entidades que você tem na atual. Região da AWS O comportamento é o seguinte:

• Uma entidade — SageMaker usa essa entidade. Isso não pode ser alterado.

• Várias entidades – Você deve escolher as entidades na lista suspensa.

• Sem entidades – Você deve criar uma ou mais entidades para usar o Domínio. Escolha Criar 
<entity>para abrir o console da VPC em uma nova guia do navegador. Depois de criar as 
entidades, retorne à página de Conceitos básicos do Domínio para continuar o processo de 
integração.
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Esse procedimento faz parte do processo de integração de SageMaker domínios da Amazon quando 
você escolhe Configurar para organizações. Suas informações da Amazon VPC são especificadas 
na seção Rede.

1. Selecione o tipo de acesso à rede.

Note

Se somente VPC for selecionado, SageMaker aplicará automaticamente as 
configurações do grupo de segurança definidas para o Domínio a todos os espaços 
compartilhados criados no Domínio. Se a opção Somente Internet pública estiver 
selecionada, as configurações do grupo de segurança SageMaker não serão aplicadas 
aos espaços compartilhados criados no Domínio.

• Somente internet pública — o tráfego que não é do Amazon EFS passa por uma Amazon VPC 
SageMaker gerenciada, que permite o acesso à Internet. O tráfego entre o Domínio e seu 
volume do Amazon EFS ocorre através da Amazon VPC especificada.

• Somente VPC — Todo o SageMaker tráfego passa pela Amazon VPC e pelas sub-redes 
especificadas. Você deve usar uma sub-rede que não tenha acesso direto à Internet no modo
somente VPC. O acesso à Internet está desativado por padrão.

2. Escolha a Amazon VPC.

3. Escolha uma ou mais sub-redes. Se você não escolher nenhuma sub-rede, SageMaker use 
todas as sub-redes na Amazon VPC. Recomendamos que você use várias sub-redes que não 
sejam criadas em zonas de disponibilidade restritas. O uso de sub-redes nessas zonas de 
disponibilidade restritas pode resultar em erros de capacidade insuficiente e em tempos mais 
longos de criação de aplicativos. Para obter mais informações sobre zonas de disponibilidade, 
consulte Zonas de disponibilidade.

4. Escolha os grupos de segurança. Se você escolher Somente Internet pública, essa etapa será 
opcional. Se você escolher somente VPC, essa etapa é obrigatória.

Note

Para obter o número máximo de grupos de segurança permitidos, consulte UserSettings.
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Para os requisitos da Amazon VPC no modo somente VPC, consulte Conecte os notebooks Connect 
SageMaker Studio Classic em uma VPC a recursos externos.

Regiões e cotas compatíveis

Para as AWS regiões suportadas pela Amazon SageMaker e pelos tipos de instância do Amazon 
Elastic Compute Cloud (Amazon EC2) que estão disponíveis em cada região, consulte os preços da 
Amazon. SageMaker

Para obter uma lista dos endpoints de SageMaker serviço para cada região, consulte os  SageMaker 
endpoints e cotas da Amazon no. Referência geral da AWS

Cotas

Para obter uma lista de SageMaker cotas, consulte  SageMaker endpoints e cotas da Amazon no.
Referência geral da AWS

O console do Service Quotas fornece informações sobre as service quotas. É possível usar o 
console do Service Quotas para visualizar service quotas padrão ou solicitar aumentos de cota. Para 
solicitar um aumento de cotas para cotas ajustáveis, consulte Solicitar um aumento de cotas.

Você pode configurar um modelo de solicitação de cota para sua organização AWS que solicite 
automaticamente aumentos de cota durante a criação da conta. Para obter mais informações, 
consulte Usar modelos de solicitação de service quotas.
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Use ML automatizado, sem código ou com baixo código
A Amazon SageMaker oferece os seguintes recursos para automatizar as principais tarefas de 
aprendizado de máquina e usar soluções sem código ou com pouco código.

• O Amazon SageMaker Autopilot é um conjunto de recursos que automatiza as principais tarefas de 
um processo automático de aprendizado de máquina (AutoML). Ele explora seus dados, seleciona 
os algoritmos pertinentes ao seu tipo de problema e prepara os dados para facilitar o treinamento e 
o ajuste do modelo.

• SageMaker JumpStart fornece modelos pré-treinados de código aberto para uma ampla variedade 
de tipos de problemas para ajudar você a começar a usar o aprendizado de máquina. Você 
pode treinar e ajustar esses modelos de forma incremental antes da implantação. JumpStart 
também fornece modelos de solução que configuram a infraestrutura para casos de uso comuns e 
exemplos de notebooks executáveis para aprendizado de máquina com. SageMaker

Tópicos

• SageMaker Piloto automático

• SageMaker JumpStart

SageMaker Piloto automático

Important

Em 30 de novembro de 2023, os recursos do Autopilot estão migrando para o Amazon 
SageMaker Canvas como parte da experiência atualizada do Studio, fornecendo aos 
cientistas de dados recursos sem código para tarefas como preparação de dados, 
engenharia de recursos, seleção de algoritmos, treinamento e ajuste, inferência, 
monitoramento contínuo de modelos e muito mais. SageMaker O Canvas suporta uma 
variedade de casos de uso, incluindo visão computacional, previsão de demanda, pesquisa 
inteligente e IA generativa.
Os usuários do Studio Classic podem continuar usando o Autopilot como um recurso 
independente. No entanto, encorajamos os usuários que preferem a conveniência de uma 
interface de usuário a explorar a execução de suas tarefas SageMaker de AutoML no 
Canvas. Usuários com experiência em programação podem continuar usando todas as 
instruções da API e qualquer SDK compatível para implementação técnica.
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Todas as instruções relacionadas à interface do usuário neste guia se referem aos recursos 
autônomos do Autopilot antes da migração para o Amazon Canvas. SageMaker  Os usuários 
que seguem essas instruções devem usar o Studio Classic.

O Amazon SageMaker Autopilot é um conjunto de recursos que simplifica e acelera vários estágios 
do fluxo de trabalho de aprendizado de máquina automatizando o processo de criação e implantação 
de modelos de aprendizado de máquina (AutoML).

O piloto automático executa as seguintes tarefas principais que você pode usar no piloto automático 
ou com vários graus de orientação humana:

• Análise e pré-processamento de dados: o Autopilot identifica seu tipo de problema específico, 
processa valores ausentes, normaliza seus dados, seleciona recursos e, em geral, prepara os 
dados para o treinamento de modelos.

• Seleção de modelos: o Autopilot explora uma variedade de algoritmos e usa uma técnica de 
reamostragem de validação cruzada para gerar métricas que avaliam a qualidade preditiva dos 
algoritmos com base em métricas objetivas predefinidas.

• Otimização de hiperparâmetros: o piloto automático automatiza a busca por configurações ideais 
de hiperparâmetros.

• Treinamento e avaliação de modelos: o piloto automático automatiza o processo de treinamento 
e avaliação de vários candidatos a modelos. Ele divide os dados em conjuntos de treinamento e 
validação, treina os candidatos ao modelo selecionados usando os dados de treinamento e avalia 
sua performance com base nos dados não vistos no conjunto de validação. Por fim, ele classifica 
os candidatos a modelos otimizados com base em sua performance e identifica o modelo com 
melhor performance.

• Implantação do modelo: depois que o Autopilot identifica o modelo com melhor desempenho, ele 
oferece a opção de implantar o modelo automaticamente gerando os artefatos do modelo e o 
endpoint expondo uma API. Aplicativos externos podem enviar dados para o endpoint e receber as 
previsões ou inferências correspondentes.

O Autopilot oferece suporte à criação de modelos de machine learning em grandes conjuntos de 
dados de até centenas de GBs.

O diagrama a seguir descreve as tarefas desse processo do AutoML gerenciado pelo Autopilot.
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Dependendo do seu nível de conforto com o processo de machine learning e sua experiência em 
codificação, você pode usar o Autopilot de diferentes maneiras:

• Usando a interface do Studio Classic, os usuários podem escolher entre uma experiência sem 
código ou ter algum nível de contribuição humana.

Note

Somente experimentos criados a partir de dados tabulares para tipos de problemas, como 
regressão ou classificação, estão disponíveis por meio da interface do usuário do Studio 
Classic.

• Usando a API AutoML, os usuários com experiência em codificação podem usar os SDKs 
disponíveis para criar trabalhos do AutoML. Essa abordagem oferece maior flexibilidade e opções 
de personalização e está disponível para todos os tipos de problemas.

Atualmente, o Autopilot oferece suporte aos seguintes tipos de problemas:

Note

Para problemas de regressão ou classificação envolvendo dados tabulares, os usuários 
podem escolher entre duas opções: usar a interface de usuário do Studio Classic ou a API
Reference.
Tarefas como classificação de texto e imagem, previsão de séries temporais e ajuste fino 
de grandes modelos de linguagem estão disponíveis exclusivamente por meio da versão 
2 da API Autopilot. Para usuários do Python, recomendamos usar o, AWS SDK for Python 
(Boto3)pois o SDK do Amazon SageMaker Python não é compatível atualmente com a API 
Autopilot versão 2.
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Os usuários que preferem a conveniência de uma interface de usuário podem usar o
Amazon SageMaker Canvas para acessar modelos pré-treinados e modelos básicos de 
IA generativos, ou criar modelos personalizados para textos específicos, classificação de 
imagens, necessidades de previsão ou IA generativa.

• Classificação multiclasse, de regressão e binária com dados tabulares formatados como 
arquivos CSV ou Parquet, nos quais cada coluna contém um recurso com um tipo de dados 
específico e cada linha contém uma observação. Os tipos de dados de coluna aceitos incluem 
séries numéricas, categóricas, de texto e temporais que consistem em sequências de números 
separados por vírgulas.

• Para criar um trabalho de piloto automático como um experimento piloto usando a referência da 
SageMaker API, consulteCrie um trabalho de regressão ou classificação para dados tabulares 
usando a API AutoML.

• Para criar um trabalho de piloto automático como um experimento piloto usando a interface do 
Studio Classic, consulteCrie um experimento de piloto automático de regressão ou classificação 
para dados tabulares usando a interface do usuário do Studio Classic.

• Se você for um administrador que deseja pré-configurar a infraestrutura padrão, a rede ou os 
parâmetros de segurança dos experimentos do Autopilot na interface do usuário do Studio 
Classic, consulte. Configurar os parâmetros padrão de um experimento de piloto automático 
(para administradores)

• Classificação de texto com formato de dados como arquivos CSV ou Parquet nos quais uma 
coluna fornece as frases a serem classificadas, enquanto outra coluna deve fornecer o rótulo da 
classe correspondente. Consulte Crie uma tarefa AutoML para classificação de texto usando a 
API.

• Classificação de imagens com formatos de imagem como PNG, JPEG ou uma combinação de 
ambosCrie uma tarefa AutoML para classificação de imagens usando a API. Consulte.

• Previsão de séries temporais com dados de séries temporais formatados como arquivos CSV ou 
Parquet.Consulte. Crie uma tarefa AutoML para previsão de séries temporais usando a API

• Ajuste fino de modelos de linguagem grande (LLMs) para geração de texto com dados formatados 
como arquivos CSV ou Parquet.Consulte. Crie uma tarefa do AutoML para ajustar os modelos de 
geração de texto usando a API

Além disso, o Autopilot ajuda os usuários a entender como os modelos fazem previsões, gerando 
relatórios automaticamente que mostram a importância de cada recurso individual. Isso fornece 
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transparência e insights sobre os fatores que influenciam as previsões, que podem ser usados 
por equipes de risco e conformidade e por reguladores externos. O Autopilot também fornece um 
relatório de desempenho do modelo que engloba um resumo das métricas de avaliação, uma matriz 
de confusão, várias visualizações, como curvas características operacionais do receptor e curvas de 
recuperação de precisão e muito mais. O conteúdo específico de cada relatório varia de acordo com 
o tipo de problema do experimento do Autopilot.

Os relatórios de explicabilidade e desempenho do melhor candidato a modelo em um experimento 
de piloto automático estão disponíveis para tipos de problemas de classificação de dados tabulares, 
de texto e imagem.

Para casos de uso de dados tabulares, como regressão ou classificação, o Autopilot oferece 
visibilidade adicional sobre como os dados foram organizados e como os candidatos ao modelo 
foram selecionados, treinados e ajustados, gerando cadernos que contêm o código usado para 
explorar os dados e encontrar o modelo com melhor desempenho. Esses cadernos fornecem um 
ambiente interativo e exploratório para ajudar você a aprender sobre o impacto de várias entradas 
ou as compensações feitas nos experimentos. Você pode experimentar ainda mais com o modelo 
candidato de maior desempenho fazendo suas próprias modificações nos cadernos de exploração 
de dados e definição de candidatos fornecidos pelo Autopilot.

Com a Amazon SageMaker, você paga somente pelo que usa. Você paga pelos recursos 
subjacentes de computação e armazenamento contidos em SageMaker ou em outros AWS serviços, 
com base no seu uso. Para obter mais informações sobre o custo de uso SageMaker, consulte
Amazon SageMaker Pricing.

Tópicos

• Crie um trabalho de regressão ou classificação para dados tabulares usando a API AutoML

• Crie uma tarefa AutoML para classificação de imagens usando a API

• Crie uma tarefa AutoML para classificação de texto usando a API

• Crie uma tarefa AutoML para previsão de séries temporais usando a API

• Crie uma tarefa do AutoML para ajustar os modelos de geração de texto usando a API

• Crie um experimento de piloto automático de regressão ou classificação para dados tabulares 
usando a interface do usuário do Studio Classic

• Notebooks de exemplo do Amazon SageMaker Autopilot

• Cotas do Amazon SageMaker Autopilot

• Guia de referência de API para Amazon SageMaker Autopilot
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Crie um trabalho de regressão ou classificação para dados tabulares 
usando a API AutoML

É possível criar um experimento de piloto automático para dados tabulares de forma programática 
chamando a ação da API CreateAutoMLJobV2 em qualquer linguagem compatível com o Autopilot 
ou o AWS CLI.

Para obter informações sobre como essa ação da API se traduz em uma função no idioma 
de sua escolha, consulte a seção Consulte também de CreateAutoMLJobV2 e escolha 
um SDK. Por exemplo, para usuários do Python, veja a sintaxe completa da solicitação de
create_auto_ml_job_v2 in AWS SDK for Python (Boto3).

Note

CreateAutoMLJobV2 e DescribeAutoMLJobV2 são novas versões do MLJob e
CreateAutoMLJob que oferecem compatibilidade com versões anteriores. DescribeAuto
Recomendamos usar CreateAutoMLJobV2. O CreateAutoMLJobV2 pode gerenciar tipos 
de problemas tabulares idênticos aos da versão anterior CreateAutoMLJob, bem como 
tipos de problemas não tabulares, como classificação de imagens, textos ou previsão de 
séries temporais.

No mínimo, todos os experimentos com dados tabulares exigem a especificação do nome do 
experimento, fornecendo locais para os dados de entrada e saída e especificando quais dados-
alvo prever. Opcionalmente, você também pode especificar o tipo de problema que deseja resolver 
(regressão, classificação, classificação multiclasse), escolher sua estratégia de modelagem 
(conjuntos empilhados ou otimização de hiperparâmetros), selecionar a lista de algoritmos usados 
pelo trabalho do piloto automático para treinar os dados e muito mais.

Após a execução do experimento, você pode comparar os testes e se aprofundar nos detalhes das 
etapas de pré-processamento, dos algoritmos e dos intervalos de hiperparâmetros de cada modelo. 
Você também tem a opção de baixar seus relatórios de explicabilidade e desempenho. Use os
cadernos fornecidos para ver os resultados da exploração automatizada de dados ou as definições 
do modelo candidato.

Veja a seguir uma coleção de parâmetros de solicitação de entrada obrigatórios e opcionais para a 
ação da CreateAutoMLJobV2 API. É possível encontrar as informações alternativas para a versão 
anterior dessa ação, CreateAutoMLJob. No entanto, recomendamos usar CreateAutoMLJobV2.
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Encontre diretrizes sobre como migrar um CreateAutoMLJob para CreateAutoMLJobV2 em
Migrar um CreateAuto MLJob para MLJobV2 CreateAuto.

Parâmetros necessários

CreateAutoMLJobV2

Ao ligar CreateAutoMLJobV2 para criar um experimento de piloto automático para dados 
tabulares, você deve fornecer os seguintes valores:

• Um AutoMLJobName para especificar o nome do seu trabalho.

• Pelo menos uma AutoMLJobChannel in AutoMLJobInputDataConfig para especificar sua 
fonte de dados.

• Tanto uma métrica AutoMLJobObjectivequanto o tipo escolhido de problema de 
aprendizado supervisionado (classificação binária, classificação multiclasse, regressão) 
em AutoMLProblemTypeConfig, ou nenhum. Para dados tabulares, você deve escolher
TabularJobConfig como o tipo de AutoMLProblemTypeConfig. Você define o problema 
de aprendizado supervisionado no atributo ProblemType de TabularJobConfig.

• Um OutputDataConfig para especificar o caminho de saída do Amazon S3 para armazenar 
os artefatos do seu trabalho do AutoML.

• A RoleArn para especificar o ARN do perfil usada para acessar seus dados.

CreateAutoMLJob

Ao ligar CreateAutoMLJob para criar um experimento de AutoML, você deve fornecer os quatro 
valores a seguir:

• Um AutoMLJobName para especificar o nome do seu trabalho.

• Pelo menos uma AutoMLChannel in InputDataConfig para especificar sua fonte de dados.

• Um OutputDataConfig para especificar o caminho de saída do Amazon S3 para armazenar 
os artefatos do seu trabalho do AutoML.

• Um RoleArn para especificar o ARN da função usada para acessar seus dados.

Todos os outros parâmetros são opcionais.
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Parâmetros opcionais

As seções a seguir fornecem detalhes de alguns parâmetros opcionais que você pode passar 
para sua ação de CreateAutoMLJobV2 API ao usar dados tabulares. É possível encontrar as 
informações alternativas para a versão anterior dessa ação, CreateAutoMLJob. No entanto, 
recomendamos usar CreateAutoMLJobV2.

Como definir o modo de treinamento de um trabalho do AutoML

Para dados tabulares, o conjunto de algoritmos executados em seus dados para treinar 
seus candidatos a modelo depende de sua estratégia de modelagem (ENSEMBLING ou
HYPERPARAMETER_TUNING). A seguir, detalhamos como definir esse modo de treinamento.

Se você mantiver em branco (ounull), Mode isso será inferido com base no tamanho do seu 
conjunto de dados.

Para obter informações sobre os conjuntos empilhados e os métodos de treinamento de otimização
de hiperparâmetros do Autopilot, consulte Modos de treinamento e suporte a algoritmos

CreateAutoMLJobV2

Para dados tabulares, você deve escolher TabularJobConfig como o tipo de
AutoMLProblemTypeConfig.

É possível definir o método de treinamento de uma tarefa AutoML V2 com o parâmetro
TabularJobConfig.Mode.

CreateAutoMLJob

É possível definir o método de treinamento de uma tarefa do AutoML com o
AutoMLJobConfig.Mode parâmetro.

Como selecionar atributos e algoritmos para treinar um trabalho do AutoML

Seleção de atributos

O piloto automático fornece etapas automáticas de pré-processamento de dados, incluindo seleção e 
extração de atributos. No entanto, você pode fornecer manualmente os atributos a serem usados no 
treinamento com o FeatureSpecificatioS3Uri atributo.

Os atributos selecionados devem estar contidos em um arquivo JSON no seguinte formato:
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{ "FeatureAttributeNames":["col1", "col2", ...] }

Os valores listados em ["col1", "col2", ...] diferenciam maiúsculas de minúsculas. Eles 
devem ser uma lista de cadeias de caracteres contendo valores exclusivos que são subconjuntos 
dos nomes das colunas nos dados de entrada.

Note

A lista de colunas fornecida como atributos não pode incluir a coluna de destino.

CreateAutoMLJobV2

Para dados tabulares, você deve escolher TabularJobConfig como o tipo de
AutoMLProblemTypeConfig.

É possível definir o URL para os atributos selecionados com o
TabularJobConfig.FeatureSpecificatioS3Uri parâmetro.

CreateAutoMLJob

Você pode definir o FeatureSpecificatioS3Uri atributo do AutoML 
CandidateGenerationConfig na API CreateAutoMLJob com o seguinte formato:

{ 
    "AutoMLJobConfig": { 
        "CandidateGenerationConfig": { 
            "FeatureSpecificationS3Uri":"string" 
            }, 
       } 
  }

Seleção de algoritmos

Por padrão, seu trabalho do Autopilot executa uma lista predefinida de algoritmos em seu conjunto 
de dados para treinar candidatos a modelos. A lista de algoritmos depende do modo de treinamento 
(ENSEMBLING ou HYPERPARAMETER_TUNING) usado pelo trabalho.

É possível fornecer um subconjunto da seleção padrão de algoritmos.
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CreateAutoMLJobV2

Para dados tabulares, você deve escolher TabularJobConfig como o tipo de
AutoMLProblemTypeConfig.

Você pode especificar uma matriz de selecionados AutoMLAlgorithms no
AlgorithmsConfig atributo de CandidateGenerationConfig.

A seguir está um exemplo de um AlgorithmsConfig atributo listando exatamente três 
algoritmos (“xgboost”, “fastai”, “catboost”) em seu AutoMLAlgorithms campo para o modo de 
treinamento em agrupamento.

{ 
   "AutoMLProblemTypeConfig": { 
        "TabularJobConfig": { 
          "Mode": "ENSEMBLING", 
          "CandidateGenerationConfig": { 
            "AlgorithmsConfig":[ 
               {"AutoMLAlgorithms":["xgboost", "fastai", "catboost"]} 
            ] 
         }, 
       }, 
     }, 
  }

CreateAutoMLJob

Você pode especificar uma matriz de selecionados AutoMLAlgorithms no
AlgorithmsConfig atributo do AutoML CandidateGenerationConfig.

A seguir está um exemplo de um AlgorithmsConfig atributo listando exatamente três 
algoritmos (“xgboost”, “fastai”, “catboost”) em seu AutoMLAlgorithms campo para o modo de 
treinamento em agrupamento.

{ 
   "AutoMLJobConfig": { 
        "CandidateGenerationConfig": { 
            "AlgorithmsConfig":[ 
               {"AutoMLAlgorithms":["xgboost", "fastai", "catboost"]} 
            ] 
         }, 
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     "Mode": "ENSEMBLING"  
  }

Para ver a lista de algoritmos disponíveis por treinamentoMode, consulte AutoMLAlgorithms. Para 
obter detalhes sobre cada algoritmo, consulte Modos de treinamento e suporte a algoritmos.

Como especificar os conjuntos de dados de treinamento e validação de um trabalho do AutoML

É possível fornecer seu próprio conjunto de dados de validação e taxa de divisão de dados 
personalizada, ou deixar o Autopilot dividir o conjunto de dados automaticamente.

CreateAutoMLJobV2

Cada AutoMLJobChannelobjeto (consulte o parâmetro obrigatório AutoML JobInputDataConfig) 
tem umChannelType, que pode ser definido como um training ou validation valores que 
especificam como os dados devem ser usados ao criar um modelo de aprendizado de máquina. 
Pelo menos uma fonte de dados deve ser fornecida e no máximo duas fontes de dados são 
permitidas: uma para dados de treinamento e outra para dados de validação.

A forma como você divide os dados em conjuntos de dados de treinamento e validação depende 
de você ter uma ou duas fontes de dados.

• Se você tiver apenas uma fonte de dados, a ChannelType será definida como training por 
padrão e deverá ter esse valor.

• Se o valor ValidationFraction em AutoMLDataSplitConfig não estiver definido, 0,2 
(20%) dos dados dessa fonte serão usados para a validação por padrão.

• Se ValidationFraction for definido como um valor entre 0 e 1, o conjunto de dados será 
dividido com base no valor especificado, em que o valor especifica a fração do conjunto de 
dados usada para validação.

• Se você tiver duas fontes de dados, a ChannelType de um dos objetos AutoMLJobChannel
deverá ser definida como training, o valor padrão. A ChannelType da outra fonte de 
dados deve ser definida como validation. As duas fontes de dados devem ter o mesmo 
formato, CSV ou Parquet, e o mesmo esquema. Nesse caso, você não deve definir o valor em
ValidationFraction porque todos os dados de cada fonte são usados para treinamento ou 
validação. Definir esse valor causa um erro.
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CreateAutoMLJob

Cada AutoMLChannelobjeto (consulte o parâmetro obrigatório InputDataConfig) tem 
umChannelType, que pode ser definido como um training ou validation valores que 
especificam como os dados devem ser usados ao criar um modelo de aprendizado de máquina. 
Pelo menos uma fonte de dados deve ser fornecida e no máximo duas fontes de dados são 
permitidas: uma para dados de treinamento e outra para dados de validação.

A forma como você divide os dados em conjuntos de dados de treinamento e validação depende 
de você ter uma ou duas fontes de dados.

• Se você tiver apenas uma fonte de dados, a ChannelType será definida como training por 
padrão e deverá ter esse valor.

• Se o valor ValidationFraction em AutoMLDataSplitConfig não estiver definido, 0,2 
(20%) dos dados dessa fonte serão usados para a validação por padrão.

• Se ValidationFraction for definido como um valor entre 0 e 1, o conjunto de dados será 
dividido com base no valor especificado, em que o valor especifica a fração do conjunto de 
dados usada para validação.

• Se você tiver duas fontes de dados, a ChannelType de um dos objetos AutoMLChannel
deverá ser definida como training, o valor padrão. A ChannelType da outra fonte de 
dados deve ser definida como validation. As duas fontes de dados devem ter o mesmo 
formato, CSV ou Parquet, e o mesmo esquema. Nesse caso, você não deve definir o valor em
ValidationFraction porque todos os dados de cada fonte são usados para treinamento ou 
validação. Definir esse valor causa um erro.

Para obter informações sobre divisão e validação cruzada no piloto automático, consulte Validação 
cruzada no Autopilot.

Como definir o tipo de problema de uma tarefa do AutoML

CreateAutoMLJobV2

Para dados tabulares, você deve escolher TabularJobConfig como o tipo de
AutoMLProblemTypeConfig.

É possível especificar ainda mais o tipo de problema de aprendizado supervisionado 
(classificação binária, classificação multiclasse, regressão) disponível para os candidatos a 
modelo de sua tarefa AutoML V2 com o parâmetro TabularJobConfig.ProblemType.
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CreateAutoMLJob

É possível definir o tipo de problema em um trabalho do AutoML com o parâmetro
CreateAutoPilot.ProblemType. Isso limita o tipo de pré-processamento e algoritmos 
que o Autopilot testa. Depois que o trabalho estiver concluído, se você tiver definido o
CreateAutoPilot.ProblemType, o ResolvedAttribute.ProblemType corresponde ao
ProblemType definido. Se você deixar em branco (ou null), isso ProblemType será inferido 
em seu nome.

Note

Em alguns casos, o Autopilot não consegue inferir o ProblemType com confiança alta o 
suficiente, caso em que é necessário fornecer o valor para o trabalho ter êxito.

Como adicionar pesos de amostra a uma tarefa do AutoML

É possível adicionar uma coluna de pesos de amostra ao seu conjunto de dados tabular e depois 
passá-la para sua tarefa do AutoML para solicitar que as linhas do conjunto de dados sejam 
ponderadas durante o treinamento e a avaliação.

O suporte para pesos de amostra está disponível somente no modo de agrupamento. Seus pesos 
devem ser numéricos e não negativos. Os pontos de dados com valor de peso inválido ou sem 
valor são excluídos. Para obter mais informações sobre as métricas objetivas disponíveis, consulte
Métricas ponderadas do Autopilot.

CreateAutoMLJobV2

Para dados tabulares, você deve escolher TabularJobConfig como o tipo de
AutoMLProblemTypeConfig.

Para definir pesos amostrais ao criar um experimento (consulte CreateAutoMLJobV2), você pode 
passar o nome da coluna de pesos amostrais no atributo do SampleWeightAttributeName
objeto. TabularJobConfig Isso garante que sua métrica objetiva use os pesos para o 
treinamento, avaliação e seleção de candidatos a modelos.

CreateAutoMLJob

Para definir pesos amostrais ao criar um experimento (consulte CreateAutoMLJob), você pode 
passar o nome da coluna de pesos amostrais no SampleWeightAttributeName atributo do 
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objeto AutoMLChannel. Isso garante que sua métrica objetiva use os pesos para o treinamento, 
avaliação e seleção de candidatos a modelos.

Migrar um CreateAuto MLJob para MLJobV2 CreateAuto

Recomendamos que os usuários do CreateAutoMLJob migrem para o CreateAutoMLJobV2.

Esta seção explica as diferenças nos parâmetros de entrada entre CreateAutoMLJob e
CreateAutoMLJobV2 destacando as mudanças na posição, nome ou estrutura dos objetos e 
atributos da solicitação de entrada entre as duas versões.

• Atributos de solicitação que não foram alterados entre as versões.

{ 
   "AutoMLJobName": "string", 
   "AutoMLJobObjective": {  
      "MetricName": "string" 
   }, 
   "ModelDeployConfig": {  
      "AutoGenerateEndpointName": boolean, 
      "EndpointName": "string" 
   }, 
   "OutputDataConfig": {  
      "KmsKeyId": "string", 
      "S3OutputPath": "string" 
   }, 
   "RoleArn": "string", 
   "Tags": [  
      {  
         "Key": "string", 
         "Value": "string" 
      } 
   ]
}

• Atributos de solicitação que mudaram de posição e estrutura entre as versões.

Os seguintes atributos mudaram de posição: DataSplitConfig, Security 
Config, CompletionCriteria, Mode, FeatureSpecificationS3Uri,
SampleWeightAttributeName, TargetAttributeName.
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CreateAutoMLJob

{  
    "AutoMLJobConfig": {  
        "Mode": "string", 
        "CompletionCriteria": {  
            "MaxAutoMLJobRuntimeInSeconds": number, 
            "MaxCandidates": number, 
            "MaxRuntimePerTrainingJobInSeconds": number 
        }, 
        "DataSplitConfig": {  
            "ValidationFraction": number 
        }, 
        "SecurityConfig": {  
            "EnableInterContainerTrafficEncryption": boolean, 
            "VolumeKmsKeyId": "string", 
            "VpcConfig": {  
            "SecurityGroupIds": [ "string" ], 
            "Subnets": [ "string" ] 
            } 
        }, 
        "CandidateGenerationConfig": {  
            "FeatureSpecificationS3Uri": "string" 
        } 
    }, 
    "GenerateCandidateDefinitionsOnly": boolean, 
    "ProblemType": "string"
}

CreateAutoMLJobV2

{        
    "AutoMLProblemTypeConfig": { 
        "TabularJobConfig": { 
            "Mode": "string", 
            "ProblemType": "string", 
            "GenerateCandidateDefinitionsOnly": boolean, 
            "CompletionCriteria": {  
                "MaxAutoMLJobRuntimeInSeconds": number, 
                "MaxCandidates": number, 
                "MaxRuntimePerTrainingJobInSeconds": number 
            }, 
            "FeatureSpecificationS3Uri": "string", 
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            "SampleWeightAttributeName": "string", 
            "TargetAttributeName": "string" 
        } 
    }, 
    "DataSplitConfig": {  
        "ValidationFraction": number 
    }, 
    "SecurityConfig": {  
        "EnableInterContainerTrafficEncryption": boolean, 
        "VolumeKmsKeyId": "string", 
        "VpcConfig": {  
            "SecurityGroupIds": [ "string" ], 
            "Subnets": [ "string" ] 
        } 
    }
}

• Os atributos a seguir mudaram de posição e estrutura entre as versões.

O JSON a seguir ilustra como usar o AutoML. JobConfig CandidateGenerationConfigdo tipo
AutoML CandidateGenerationConfig movido para AutoML. ProblemTypeConfig TabularJobConfig. 
CandidateGenerationConfigdo tipo CandidateGenerationConfigem V2.

CreateAutoMLJob

{ 
   "AutoMLJobConfig": {  
      "CandidateGenerationConfig": {  
         "AlgorithmsConfig": [  
            {  
               "AutoMLAlgorithms": [ "string" ] 
            } 
         ], 
         "FeatureSpecificationS3Uri": "string" 
      }
}

CreateAutoMLJobV2

{ 
    "AutoMLProblemTypeConfig": { 
        "TabularJobConfig": { 
            "CandidateGenerationConfig": {  
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                "AlgorithmsConfig": [  
                    {  
                    "AutoMLAlgorithms": [ "string" ] 
                    } 
                ], 
            }, 
        } 
    },
}

• Atributos de solicitação que mudaram o nome e a estrutura.

O JSON a seguir ilustra como InputDataConfig(Uma matriz de AutoMLChannel) mudou para 
AutoML (JobInputDataConfigUma matriz de AutoML) na V2. JobChannel Observe os atributos
SampleWeightAttributeName e TargetAttributeName vá para fora InputDataConfig e 
para dentro AutoMLProblemTypeConfig.

CreateAutoMLJob

{     
    "InputDataConfig": [  
        {  
            "ChannelType": "string", 
            "CompressionType": "string", 
            "ContentType": "string", 
            "DataSource": {  
                "S3DataSource": {  
                    "S3DataType": "string", 
                    "S3Uri": "string" 
                } 
            }, 
            "SampleWeightAttributeName": "string", 
            "TargetAttributeName": "string" 
        } 
    ]
}

CreateAutoMLJobV2

{     
    "AutoMLJobInputDataConfig": [  
        {  
            "ChannelType": "string", 
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            "CompressionType": "string", 
            "ContentType": "string", 
            "DataSource": {  
                "S3DataSource": {  
                    "S3DataType": "string", 
                    "S3Uri": "string" 
                } 
            } 
        } 
    ]
}

Conjuntos de dados do piloto automático e tipos de problemas

Para dados tabulares (ou seja, dados nos quais cada coluna contém um atributo com um tipo de 
dados específico e cada linha contém uma observação), o Autopilot oferece a opção de especificar o 
tipo de problema de aprendizado supervisionado disponível para os candidatos a modelo do trabalho 
do AutoML, como classificação binária ou regressão, ou de detectá-lo em seu nome com base nos 
dados fornecidos.

Tópicos

• Conjuntos de dados, tipos e formatos de dados do piloto automático

• Tipos de problemas do piloto automático

Conjuntos de dados, tipos e formatos de dados do piloto automático

O piloto automático suporta dados tabulares formatados como arquivos CSV ou como arquivos 
Parquet: cada coluna contém um atributo com um tipo de dados específico e cada linha contém uma 
observação. As propriedades desses dois formatos de arquivo diferem consideravelmente.

• CSV (comma-separated-values) é um formato de arquivo baseado em linhas que armazena dados 
em texto simples legível por humanos, o que é uma escolha popular para troca de dados, pois são 
suportados por uma ampla variedade de aplicativos.

• O Parquet é um formato de arquivo baseado em colunas em que os dados são armazenados e 
processados com mais eficiência do que os formatos de arquivo baseados em linhas. Isso os torna 
uma opção melhor para problemas de big data.
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Os tipos de dados aceitos para colunas incluem séries numéricas, categóricas, de texto e temporais 
que consistem em sequências de números separados por vírgula. Se o Autopilot detectar que está 
lidando com sequências de séries temporais, ele as processa por meio de transformadores de 
atributos especializados fornecidos pela biblioteca tsfresh. Essa biblioteca usa a série temporal como 
entrada e gera um atributo, como o maior valor absoluto da série temporal ou estatísticas descritivas 
sobre autocorrelação. Esses atributos de saída são então usados como entradas para um dos três 
tipos de problemas.

O Autopilot oferece suporte à criação de modelos de machine learning em grandes conjuntos de 
dados de até centenas de GBs. Para obter detalhes sobre os limites de recursos padrão para 
conjuntos de dados de entrada e como aumentá-los, consulte Cotas do piloto automático.

Tipos de problemas do piloto automático

Para os dados tabulares, você especifica ainda mais o tipo de problemas de aprendizado 
supervisionado disponíveis para os candidatos ao modelo da seguinte forma:

Regressão

A regressão estima os valores de uma variável de destino dependente com base em uma ou mais 
outras variáveis ou atributos correlacionados com ela. Um exemplo é a previsão dos preços das 
casas usando recursos como o número de banheiros e quartos, metragem quadrada da casa e 
jardim. A análise de regressão pode criar um modelo que considera um ou mais desses recursos 
como uma entrada e prevê o preço de uma casa.

Classificação binária

A classificação binária é um tipo de aprendizagem supervisionada que atribui um indivíduo a 
uma das duas classes predefinidas e mutuamente exclusivas com base em seus atributos. Ela 
é supervisionada porque os modelos são treinados usando exemplos em que os atributos são 
fornecidos com objetos rotulados corretamente. Um diagnóstico médico para saber se um indivíduo 
tem uma doença ou não com base nos resultados de testes diagnósticos é um exemplo de 
classificação binária.

Classificação multiclasse

A classificação multiclasse é um tipo de aprendizagem supervisionada que atribui um indivíduo a 
uma das várias classes com base em seus atributos. Ela é supervisionada porque os modelos são 
treinados usando exemplos em que os atributos são fornecidos com objetos rotulados corretamente. 
Um exemplo é a previsão do tópico mais relevante para um documento de texto. Um documento 
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pode ser classificado como sendo sobre, digamos, religião, política ou finanças, ou sobre uma de 
várias outras classes temáticas predefinidas.

Modos de treinamento e suporte a algoritmos

O piloto automático oferece suporte a diferentes modos de treinamento e algoritmos para resolver 
problemas de machine learning, gerar relatórios sobre métricas objetivas e de qualidade e usar a 
validação cruzada automaticamente, quando necessário.

Modos de treinamento

SageMaker O piloto automático pode selecionar automaticamente o método de treinamento com 
base no tamanho do conjunto de dados, ou você pode selecioná-lo manualmente. As opções são as 
seguintes:

• Ensembling — O piloto automático usa a AutoGluonbiblioteca para treinar vários modelos 
básicos. Para encontrar a melhor combinação para seu conjunto de dados, o modo ensemble 
executa 10 ensaios com diferentes configurações de modelo e meta-parâmetros. Em seguida, 
o Autopilot combina esses modelos usando um método de conjunto de empilhamento para criar 
um modelo preditivo ideal. Para obter uma lista de algoritmos que o Autopilot suporta no modo de 
agrupamento para dados tabulares, consulte a seção de suporte a algoritmos a seguir.

• Otimização de hiperparâmetros (HPO) – O piloto automático encontra a melhor versão de um 
modelo ajustando hiperparâmetros usando otimização bayesiana ou otimização multifidelidade 
enquanto executa trabalhos de treinamento em seu conjunto de dados. O modo HPO seleciona 
os algoritmos mais relevantes para seu conjunto de dados e seleciona a melhor variedade de 
hiperparâmetros para ajustar seus modelos. Para ajustar seus modelos, o modo HPO executa 
até 100 testes (padrão) para encontrar as configurações ideais de hiperparâmetros dentro da 
faixa selecionada. Se o tamanho do conjunto de dados for menor que 100 MB, o Autopilot usa a 
otimização bayesiana. O piloto automático escolhe a otimização de multifidelidade se seu conjunto 
de dados for maior que 100 MB.

Na otimização de multifidelidade, as métricas são emitidas continuamente dos contêineres de 
treinamento. Um teste com baixo desempenho em relação a uma métrica objetiva selecionada é 
interrompido precocemente. Um teste com bom desempenho recebe mais recursos.

Para obter uma lista de algoritmos compatíveis com o Autopilot no modo HPO, consulte a seção 
de suporte a algoritmos a seguir.

• Automático – O piloto automático escolhe automaticamente o modo de agrupamento ou o modo 
HPO com base no tamanho do seu conjunto de dados. Se seu conjunto de dados for maior que 

Crie um trabalho de regressão ou classificação usando a API AutoML 91

https://auto.gluon.ai/scoredebugweight/tutorials/tabular_prediction/index.html


Amazon SageMaker Guia do Desenvolvedor

100 MB, o Autopilot escolherá o HPO. Caso contrário, ele escolhe o modo de agrupamento. O 
piloto automático pode falhar ao ler o tamanho do seu conjunto de dados nos seguintes casos.

• Se você ativar o modo nuvem privada virtual (VPC), para uma tarefa do AutoML, mas o bucket 
do S3 contendo o conjunto de dados só permitirá o acesso da VPC.

• A entrada S3 DataType do seu conjunto de dados é uma. ManifestFile

• A entrada S3Uri contém mais de 1000 itens.

Se o Autopilot não conseguir ler o tamanho do conjunto de dados, o padrão é escolher o modo 
HPO.

Note

Para otimizar o runtime e o desempenho, use o modo de treinamento em conjunto para 
conjuntos de dados menores que 100 MB.

Suporte a algoritmos

No modo HPO, o Autopilot oferece suporte aos seguintes tipos de algoritmos de machine learning:

• Aluno linear – Um algoritmo de aprendizado supervisionado que pode resolver problemas de 
classificação ou regressão.

• XGBoost – O aprendizado supervisionado é um algoritmo que tenta prever com precisão uma 
variável de destino. Para isso, combina um grupo de estimativas de um conjunto de modelos mais 
simples e mais fracos.

• Algoritmo de aprendizado profundo – Um perceptron multicamada (MLP) e uma rede neural 
artificial de feedback. Esse algoritmo pode lidar com dados que não são linearmente separáveis.

Note

Você não precisa especificar um algoritmo para usar no seu problema de aprendizado de 
máquina. O piloto automático seleciona automaticamente o algoritmo apropriado para treinar.

No modo de agrupamento, o Autopilot oferece suporte aos seguintes tipos de algoritmos de machine 
learning:
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• LightGBM – Uma estrutura otimizada que usa algoritmos baseados em árvore com aumento de 
gradiente. Esse algoritmo usa árvores que crescem em largura, em vez de profundidade, e é 
altamente otimizado para velocidade.

• CatBoost— Uma estrutura que usa algoritmos baseados em árvore com aumento de gradiente. 
Otimizado para lidar com variáveis categóricas.

• XGBoost – Uma estrutura que usa algoritmos baseados em árvore com aumento de gradiente que 
cresce em profundidade, em vez de amplitude.

• Random Forest – Um algoritmo baseado em árvore que usa várias árvores de decisão em 
subamostras aleatórias dos dados com substituição. As árvores são divididas em nós ideais em 
cada nível. As decisões de cada árvore são calculadas em conjunto para evitar ajustes excessivos 
e melhorar as previsões.

• Árvores extras – Um algoritmo baseado em árvore que usa várias árvores de decisão em todo o 
conjunto de dados. As árvores são divididas aleatoriamente em cada nível. As decisões de cada 
árvore são calculadas para evitar ajustes excessivos e melhorar as previsões. Árvores extras 
adicionam um grau de randomização em comparação com o algoritmo de floresta aleatória.

• Modelos lineares – Uma estrutura que usa uma equação linear para modelar a relação entre duas 
variáveis nos dados observados.

• Tocha de rede neural – Um modelo de rede neural implementado usando Pytorch.

• Rede neural fast.ai – Um modelo de rede neural implementado usando fast.ai.

Métricas e validação

Este guia mostra métricas e técnicas de validação que você pode usar para medir a performance 
de modelos de machine learning. O Amazon SageMaker Autopilot produz métricas que medem a 
qualidade preditiva dos candidatos ao modelo de aprendizado de máquina. As métricas calculadas 
para candidatos são especificadas usando uma variedade de MetricDatumtipos.

Métricas do Autopilot

A lista a seguir contém os nomes das métricas atualmente disponíveis para medir a performance de 
modelos no Autopilot.

Note

O Autopilot oferece suporte para pesos de amostra. Para saber mais sobre pesos de amostra 
e as métricas objetivas disponíveis, consulte Métricas ponderadas do Autopilot.
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As métricas a seguir estão disponíveis.

Accuracy

A razão entre o número de itens classificados corretamente e o número total de itens 
classificados (correta e incorretamente). É usado para classificação binária e multiclasse. A 
precisão mede o quão próximos estão os valores de classe previstos dos valores reais. Os 
valores das métricas de precisão variam entre zero (0) e um (1). Um valor 1 indica precisão 
perfeita, e 0 indica imprecisão perfeita.

AUC

A métrica de área sob a curva (AUC) é usada para comparar e avaliar a classificação binária 
por algoritmos que retornam probabilidades, como regressão logística. Para mapear as 
probabilidades em classificações, elas são comparadas com um valor limite.

A curva relevante é a curva característica de operação do receptor. A curva traça a taxa de 
positivos verdadeiros (TPR) das previsões (ou recall) em relação à taxa de falsos-positivos (FPR) 
em função do valor limite, acima do qual uma previsão é considerada positiva. O aumento do 
limite resulta em menos falsos-positivos, mas em mais falsos-negativos.

A AUC é a área sob essa curva característica de operação do receptor. Portanto, a AUC 
fornece uma medida agregada da performance de modelos em todos os limites de classificação 
possíveis. As pontuações AUC variam entre 0 e 1. Uma pontuação de 1 indica precisão perfeita, 
e uma pontuação de metade (0,5) indica que a previsão não é melhor do que um classificador 
aleatório.

BalancedAccuracy

BalancedAccuracy é uma métrica que mede a razão entre as previsões precisas e todas as 
previsões. Essa razão é calculada após a normalização de positivos verdadeiros (TP) e negativos 
verdadeiros (TN) pelo número total de valores positivos (P) e negativos (N). Ela é usada na 
classificação binária e multiclasse e é definida da seguinte forma: 0.5*((TP/P)+(TN/N)), com 
valores que variam de 0 a 1. A BalancedAccuracy fornece uma melhor medida de precisão 
quando o número de positivos ou negativos difere muito um do outro em um conjunto de dados 
não equilibrado, como quando apenas 1% dos e-mails são spam.

F1

A pontuação F1 é a média harmônica da precisão e do recall, definida da seguinte forma: F1 
= 2 * (precisão * recall)/(precisão + recall). Ela é usada para classificação binária em classes 

Crie um trabalho de regressão ou classificação usando a API AutoML 94



Amazon SageMaker Guia do Desenvolvedor

tradicionalmente chamadas de positivas e negativas. Diz-se que as previsões são verdadeiras 
quando correspondem à classe real (correta) e falsas quando não correspondem.

A precisão é a razão entre as previsões positivas verdadeiras e todas as previsões positivas e 
inclui os falsos positivos em um conjunto de dados. A precisão mede a qualidade da previsão ao 
prever a classe positiva.

Recall (ou sensibilidade) é a razão entre as previsões positivas verdadeiras e todas as instâncias 
positivas reais. O recall mede o quão completamente um modelo prevê os membros de classe 
reais em um conjunto de dados.

As pontuações F1 variam entre 0 e 1. Uma pontuação de 1 indica a melhor performance possível, 
e 0 indica a pior.

F1macro

A pontuação F1macro aplica a pontuação F1 a problemas de classificação multiclasse. Ela faz 
isso calculando a precisão e o recall e, em seguida, calculando a média harmônica para calcular 
a pontuação F1 para cada classe. Por fim, F1macro calcula a média das pontuações individuais 
para obter a pontuação F1macro. As pontuações F1macro variam entre 0 e 1. Uma pontuação 
de 1 indica a melhor performance possível, e 0 indica a pior.

InferenceLatency

A latência de inferência é o tempo aproximado entre fazer uma solicitação de previsão de modelo 
e recebê-la de um endpoint em tempo real no qual o modelo é implantado. Essa métrica é medida 
em segundos e está disponível somente no modo de agrupamento.

LogLoss

A perda de log, também conhecida como perda de entropia cruzada, é uma métrica usada para 
avaliar a qualidade das saídas de probabilidade, em vez das saídas em si. Ela é usada para 
classificação binária e multiclasse e em redes neurais. É também a função de custo da regressão 
logística. A perda de log é uma métrica importante para indicar quando um modelo faz previsões 
incorretas com altas probabilidades. Os valores variam de 0 a infinito. Um valor de 0 representa 
um modelo que prevê perfeitamente os dados.

MAE

O erro absoluto médio (MAE) é uma medida de quão diferentes são os valores previstos e 
reais, quando se calcula a média de todos os valores. O MAE é comumente usado na análise 
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de regressão para entender o erro de previsão do modelo. Se houver regressão linear, o MAE 
representa a distância média de uma linha prevista até o valor real. O MAE é definido como a 
soma dos erros absolutos dividida pelo número de observações. Os valores variam de 0 a infinito, 
com números menores indicando um melhor ajuste do modelo aos dados.

MSE

O erro quadrático médio (MSE) é a média das diferenças ao quadrado entre os valores previstos 
e reais. Ele é usado para regressão. Os valores do MSE são sempre positivos. Quanto melhor for 
o modelo em prever os valores reais, menor será o valor do MSE.

Precision

A precisão mede o quão bem um algoritmo prevê os positivos verdadeiros (TP) de todos os 
positivos que ele identifica. Ela é definida da seguinte forma: Precisão = TP/ (TP+FP), com 
valores que variam de zero (0) a um (1), e é usada na classificação binária. A precisão é uma 
métrica importante quando o custo de um falso-positivo é alto. Por exemplo, o custo de um falso-
positivo é muito alto se o sistema de segurança de um avião for considerado falsamente seguro 
para voar. Um falso-positivo (FP) reflete uma previsão positiva que, na verdade, é negativa nos 
dados.

PrecisionMacro

A macro de precisão calcula a precisão para problemas de classificação multiclasse. Ela faz isso 
calculando a precisão para cada classe e calculando a média das pontuações para obter precisão 
para várias classes. As pontuações PrecisionMacro variam de zero (0) a um (1). Pontuações 
mais altas refletem a capacidade do modelo de prever positivos verdadeiros (TP) a partir de todos 
os positivos identificados, com a média de várias classes.

R2

R2, também conhecido como coeficiente de determinação, é usado na regressão para quantificar 
o quanto um modelo pode explicar a variância de uma variável dependente. Os valores variam de 
um (1) a menos um (-1). Números maiores indicam uma fração maior de variabilidade explicada. 
Valores de R2 próximos a zero (0) indicam que muito pouco da variável dependente pode ser 
explicado pelo modelo. Valores negativos indicam um ajuste ruim, e que o modelo é superado por 
uma função constante. Para regressão linear, essa é uma linha horizontal.

Recall

O recall mede o quão bem um algoritmo prevê corretamente todos os positivos verdadeiros (TP) 
em um conjunto de dados. Um positivo verdadeiro é uma previsão positiva que também é um 
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valor positivo real nos dados. O recall é definido da seguinte forma: Recall = TP/(TP+FN), com 
valores que variam de 0 a 1. Pontuações mais altas refletem uma melhor capacidade do modelo 
de prever positivos verdadeiros (TP) nos dados. Ele é usado na classificação binária.

O recall é importante ao testar o câncer porque é usado para encontrar todos os positivos 
verdadeiros. Um falso-positivo (FP) reflete uma previsão positiva que, na verdade, é negativa nos 
dados. Frequentemente, é insuficiente medir somente o recall, porque prever cada saída como 
um positivo verdadeiro produz uma pontuação de recall perfeita.

RecallMacro

O RecallMacro calcula o recall para problemas de classificação multiclasse calculando o 
recall para cada classe e calculando a média das pontuações para obter o recall de várias 
classes. As pontuações RecallMacro variam de 0 a 1. Pontuações mais altas refletem a 
capacidade do modelo de prever positivos verdadeiros (TP) em um conjunto de dados, enquanto 
um positivo verdadeiro reflete uma previsão positiva que também é um valor positivo real nos 
dados. Frequentemente, é insuficiente medir apenas o recall, porque prever cada saída como um 
positivo verdadeiro produzirá uma pontuação de recall perfeita.

RMSE

A raiz do erro quadrático médio (RMSE) mede a raiz quadrada da diferença ao quadrado entre 
os valores previstos e reais, e é calculada a média de todos os valores. Ela é usada em análise 
de regressão para entender o erro de previsão dos modelos. É uma métrica importante para 
indicar a presença de grandes erros e valores atípicos em modelos. Os valores variam de zero 
(0) a infinito, com números menores indicando um melhor ajuste dos modelos aos dados. O 
RMSE depende da escala e não deve ser usado para comparar conjuntos de dados de tamanhos 
diferentes.

As métricas que são calculadas automaticamente para um candidato a modelo são determinadas 
pelo tipo de problema que está sendo tratado.

• Regressão: InferenceLatency, MAE, MSE, R2, RMSE

• Classificação binária: Accuracy, AUC, BalancedAccuracy, F1, InferenceLatency, LogLoss,
Precision, Recall

• Classificação multiclasse: Accuracy, BalancedAccuracy, F1macro, InferenceLatency,
LogLoss, PrecisionMacro, RecallMacro

Crie um trabalho de regressão ou classificação usando a API AutoML 97



Amazon SageMaker Guia do Desenvolvedor

Métricas ponderadas do Autopilot

Note

O Autopilot oferece suporte para pesos de amostra apenas no modo de agrupamento 
para todas as métricas disponíveis, com exceção da Balanced Accuracy e
InferenceLatency, a BalanceAccuracy vem com seu próprio esquema de ponderação 
para conjuntos de dados não equilibrados que não exigem pesos de amostra. A
InferenceLatency não oferece suporte para pesos de amostra. Tanto a métrica objetiva
Balanced Accuracy quanto a InferenceLatency ignoram qualquer peso de amostra 
existente ao treinar e avaliar um modelo.

Os usuários podem adicionar uma coluna de pesos de amostra aos seus dados para garantir 
que cada observação usada para treinar um modelo de machine learning receba um peso 
correspondente à sua importância percebida para o modelo. Isso é especialmente útil em cenários 
nos quais as observações no conjunto de dados têm vários graus de importância ou nos quais um 
conjunto de dados contém um número desproporcional de amostras de uma classe em comparação 
a outras. A atribuição de um peso a cada observação com base em sua importância ou maior 
importância para uma classe minoritária pode ajudar na performance geral de um modelo ou garantir 
que um modelo não seja tendencioso para a classe majoritária.

Para obter informações sobre como passar os pesos de amostra ao criar um experimento na 
interface do usuário do Studio Classic, consulte a Etapa 7 em Criar um experimento de piloto 
automático usando o Studio Classic.

Para obter informações sobre como passar pesos de amostra programaticamente ao criar um 
experimento do Autopilot usando a API, consulte Como adicionar pesos de amostra a um trabalho do 
AutoML em Criação de um experimento do Autopilot programaticamente.

Validação cruzada no Autopilot

A validação cruzada é usada para reduzir o sobreajuste e o viés na seleção de modelo. Ela também 
é usada para avaliar o quão bem um modelo pode prever os valores de um conjunto de dados de 
validação invisível, se o conjunto de dados de validação for extraído da mesma população. Esse 
método é especialmente importante ao treinar em conjuntos de dados com um número limitado de 
instâncias de treinamento.
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O Autopilot usa validação cruzada para criar modelos no modo de otimização de hiperparâmetros 
(HPO) e treinamento em conjunto. A primeira etapa do processo de validação cruzada do Autopilot é 
dividir os dados em k-folds.

Divisão k-fold

A divisão K-fold é um método que separa um conjunto de dados de treinamento de entrada 
em vários conjuntos de dados de treinamento e validação. O conjunto de dados é dividido em 
subamostras de k de tamanhos iguais, chamadas de folds. Os modelos são então treinados em
k-1 folds e testados em relação à k-ésimo fold restante, que é o conjunto de dados de validação. O 
processo é repetido k vezes usando um conjunto de dados diferente para validação.

A imagem a seguir mostra a divisão de k-fold com k = 4 folds. Cada fold é representado como uma 
linha. As caixas em tons escuros representam as partes dos dados usadas no treinamento. As caixas 
em tons claros restantes indicam os conjuntos de dados de validação.

O Autopilot usa validação cruzada de k-fold para criar modelos no modo de otimização de 
hiperparâmetros (HPO) e de agrupamento.

Você pode implantar modelos de piloto automático criados usando validação cruzada, como faria 
com qualquer outro piloto automático ou modelo. SageMaker
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Modo HPO

A validação cruzada k-fold usa o método de divisão k-fold para validação cruzada. No modo HPO, 
o Autopilot implementa automaticamente a validação cruzada k-fold para pequenos conjuntos 
de dados com 50.000 ou menos instâncias de treinamento. A realização da validação cruzada 
é especialmente importante ao treinar em pequenos conjuntos de dados, pois protege contra 
sobreajuste e viés de seleção.

O modo HPO usa um valor k de 5 em cada um dos algoritmos candidatos usados para modelar 
o conjunto de dados. Vários modelos são treinados em diferentes divisões, e os modelos são 
armazenados separadamente. Quando o treinamento é concluído, a média das métricas de 
validação de cada um dos modelos é calculada para produzir uma única métrica de estimativa. Por 
fim, o Autopilot combina os modelos do teste com a melhor métrica de validação em um modelo de 
agrupamento. O Autopilot usa esse modelo de agrupamento para fazer previsões.

A métrica de validação para os modelos treinados pelo Autopilot é apresentada como a métrica 
objetiva no placar de modelos. O Autopilot usa a métrica de validação padrão para cada tipo de 
problema que ele trata, a menos que você especifique o contrário. Para obter uma lista de todas as 
métricas utilizadas pelo Autopilot, consulte Métricas do Autopilot.

Por exemplo, o conjunto de dados Boston Housing contém apenas 861 amostras. Se você criar 
um modelo para prever preços de venda de casas usando esse conjunto de dados sem validação 
cruzada, corre o risco de treinar em um conjunto de dados que não é representativo do estoque 
imobiliário de Boston. Se você dividir os dados somente uma vez em subconjuntos de treinamento e 
validação, o fold de treinamento poderá conter apenas dados principalmente dos subúrbios. Como 
resultado, você treinaria em dados que não são representativos do resto da cidade. Nesse exemplo, 
seu modelo provavelmente seria sobreajustado nessa seleção tendenciosa. A validação cruzada k-
fold pode reduzir o risco desse tipo de erro fazendo uso completo e aleatório dos dados disponíveis 
para treinamento e validação.

A validação cruzada pode aumentar os tempos de treinamento em uma média de 20%. Os tempos 
de treinamento também podem aumentar significativamente para conjuntos de dados complexos.

Note

No modo HPO, você pode ver as métricas de treinamento e validação de cada dobra 
em seus /aws/sagemaker/TrainingJobs CloudWatch registros. Para obter mais 
informações sobre CloudWatch registros, consulteRegistre SageMaker eventos da Amazon 
com a Amazon CloudWatch.
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Modo de agrupamento

Note

O Autopilot oferece suporte a pesos de amostra no modo de agrupamento. Para obter a lista 
de métricas disponíveis que oferecem suporte a pesos de amostra, consulte Métricas do 
Autopilot.

No modo de agrupamento, a validação cruzada é realizada independentemente do tamanho do 
conjunto de dados. Os clientes podem fornecer seu próprio conjunto de dados de validação e 
taxa de divisão de dados personalizada ou podem deixar o Autopilot dividir o conjunto de dados 
automaticamente em uma taxa de divisão de 80-20%. Os dados de treinamento são então divididos 
em k -folds para validação cruzada, onde o valor de k é determinado pelo mecanismo. AutoGluon 
Um agrupamento consiste em vários modelos de machine learning, em que cada modelo é 
conhecido como o modelo básico. Um modelo de base única é treinado em (k-1) dobras e faz out-
of-fold previsões na dobra restante. Esse processo é repetido em todas as k dobras, e as previsões 
out-of-fold (OOF) são concatenadas para formar um único conjunto de previsões. Todos os modelos 
básicos do agrupamento seguem esse mesmo processo de geração de previsões OOF.

A imagem a seguir mostra a validação de k-fold com k = 4 folds. Cada fold é representado como 
uma linha. As caixas em tons escuros representam as partes dos dados usadas no treinamento. As 
caixas em tons claros restantes indicam os conjuntos de dados de validação.

Na parte superior da imagem, em cada fold, o primeiro modelo básico faz previsões no conjunto 
de dados de validação após o treinamento nos conjuntos de dados de treinamento. Em cada fold 
subsequente, os conjuntos de dados mudam de função. Um conjunto de dados que antes era usado 
para treinamento agora é usado para validação, e isso também se aplica ao contrário. No final das k
dobras, todas as previsões são concatenadas para formar um único conjunto de previsões chamado 
de previsão (OOF). out-of-fold Esse processo é repetido para cada modelo básico de n.
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As previsões OOF para cada modelo básico são então usadas como recursos para treinar um 
modelo de empilhamento. O modelo de empilhamento aprende os pesos de importância de cada 
modelo básico. Esses pesos são usados para combinar as previsões OOF para formar a previsão 
final. A performance no conjunto de dados de validação determina qual modelo básico ou de 
empilhamento é o melhor, e esse modelo é retornado como o modelo final.

No modo de agrupamento, você pode fornecer seu próprio conjunto de dados de validação ou 
permitir que o Autopilot divida o conjunto de dados de entrada automaticamente em conjunto de 
dados 80% de treinamento e 20% de validação. Os dados de treinamento são então divididos em k-
folds para validação cruzada e produzem uma previsão OOF e um modelo básico para cada fold.

Essas previsões OOF são usadas como recursos para treinar um modelo de empilhamento, que 
aprende simultaneamente os pesos para cada modelo básico. Esses pesos são usados para 
combinar as previsões OOF para formar a previsão final. Os conjuntos de dados de validação para 
cada fold são usados para o ajuste de hiperparâmetros de todos os modelos básicos e do modelo de 
empilhamento. A performance no conjunto de dados de validação determina qual modelo básico ou 
de empilhamento é o melhor, e esse modelo é retornado como o modelo final.

Implantação e SageMaker previsão do modelo Amazon Autopilot

Este guia do Amazon SageMaker Autopilot inclui etapas para implantação de modelos, configuração 
de inferência em tempo real e execução de inferência com trabalhos em lote.
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Depois de criar e treinar seus modelos, você poderá implantá-los para obter previsões de duas 
maneiras:

1. Use Inferência em tempo real para configurar um endpoint e obter previsões de forma interativa.

2. Use Inferência em lote para fazer previsões paralelas em lotes de observações em um conjunto 
de dados inteiro.

Note

Para evitar cobranças desnecessárias: depois que os endpoints e os recursos criados a partir 
da implantação do modelo não forem mais necessários, você poderá excluí-los. Para obter 
informações sobre preços de instâncias por região, consulte Amazon SageMaker Pricing.

Inferência em tempo real

A inferência em tempo real é ideal para workloads de inferência em que você tem requisitos em 
tempo real, interativos e de baixa latência. Esta seção mostra como você pode usar a inferência em 
tempo real para obter previsões do seu modelo de forma interativa.

Para implantar o modelo que produziu a melhor métrica de validação em um experimento do 
Autopilot, você tem várias opções. Por exemplo, ao usar o Autopilot no SageMaker Studio Classic, 
você pode implantar o modelo automática ou manualmente. Você também pode usar SageMaker 
APIs para implantar manualmente um modelo de piloto automático.

As guias a seguir mostram três opções para implantar seu modelo. Estas instruções supõem que 
você já criou um modelo no Autopilot. Se você não tem um modelo, consulte Crie um trabalho de 
regressão ou classificação para dados tabulares usando a API AutoML. Para ver exemplos de cada 
opção, abra cada guia.

Implemente usando a interface de usuário (UI) do Autopilot

A interface do usuário do Autopilot contém menus suspensos úteis, botões de alternância, dicas 
de ferramentas e muito mais para ajudá-lo(a) a navegar pela implantação do modelo. Você pode 
implantar usando um dos seguintes procedimentos: automático ou manual.

• Implantação automática: para implantar automaticamente o melhor modelo de um experimento do 
Autopilot em um endpoint
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1. Crie um experimento no SageMaker Studio Classic.

2. Mude o valor de Auto deploy (implantação automática) para Sim.

Note

A implantação automática falhará se a cota de recursos padrão ou a cota de clientes 
para instâncias de endpoint em uma região for muito limitada. No modo de otimização 
de hiperparâmetros (HPO), você precisa ter pelo menos duas instâncias ml.m5.2xlarge. 
No modo de agrupamento, você precisa ter pelo menos uma instância ml.m5.12xlarge. 
Se você encontrar uma falha relacionada às cotas, poderá solicitar um aumento do 
limite de serviço para instâncias de SageMaker endpoint.

• Implantação manual: para implantar manualmente o melhor modelo de um experimento do 
Autopilot em um endpoint

1. Crie um experimento no SageMaker Studio Classic.

2. Mude o valor de Auto deploy (implantação automática) para Não.

3. Selecione o modelo que deseja implantar em Model name (Nome do modelo).

4. Selecione o botão laranja de Deployment and advanced settings (Implantação e configurações 
avançadas) localizado à direita do placar. Isso abre uma nova guia.

5. Configure o nome do endpoint, o tipo de instância e outras informações opcionais.

6. Selecione o botão laranja Deploy model (Implantar modelo) para implantar em um endpoint.

7. Verifique o progresso do processo de criação do endpoint em https://console.aws.amazon.com/ 
sagemaker/ navegando até a seção Endpoints. Essa seção está localizada no menu suspenso
Inference (Inferência) no painel de navegação.

8. Depois que o status do endpoint mudar de Creating para InService, conforme mostrado abaixo, 
retorne ao Studio Classic e invoque o endpoint.
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Implemente usando SageMaker APIs

Você também pode obter inferência em tempo real implantando seu modelo usando chamadas de 
API. Esta seção mostra as cinco etapas desse processo usando trechos de código AWS Command 
Line Interface (AWS CLI).

Para obter exemplos de código completos para os comandos AWS CLI e SDK AWS para Python 
(boto3), abra as guias diretamente seguindo estas etapas.

1. Obtenha definições de candidatos

Obtenha as definições do contêiner candidato em InferenceContainers. Essas definições 
candidatas são usadas para criar um SageMaker modelo.

O exemplo a seguir usa a API DescribeAutoMLJob para obter definições de candidatos para o 
melhor candidato a modelo. Veja o comando AWS CLI a seguir como exemplo.

aws sagemaker describe-auto-ml-job --auto-ml-job-name <job-name> --region <region>

2. Listar candidatos

O exemplo a seguir usa a API ListCandidatesForAutoMLJob para listar todos os candidatos. Veja 
o comando AWS CLI a seguir como exemplo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

3. Crie um SageMaker modelo

Use as definições de contêiner das etapas anteriores para criar um SageMaker modelo usando a
CreateModelAPI. O comando AWS CLI a seguir é um exemplo.

aws sagemaker create-model --model-name '<your-custom-model-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

4. Criar uma configuração de endpoint

O exemplo a seguir usa a CreateEndpointConfigAPI para criar uma configuração de endpoint. 
Veja o comando AWS CLI a seguir como exemplo.
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aws sagemaker create-endpoint-config --endpoint-config-name '<your-custom-endpoint-
config-name>' \ 
                    --production-variants '<list-of-production-variants>' \ 
                    --region '<region>'

5. Criar o endpoint

O AWS CLI exemplo a seguir usa a CreateEndpointAPI para criar o endpoint.

aws sagemaker create-endpoint --endpoint-name '<your-custom-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Verifique o progresso da implantação do seu endpoint usando a DescribeEndpointAPI. Veja o 
comando AWS CLI a seguir como exemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Depois das EndpointStatus alterações InService, o endpoint está pronto para ser usado 
para inferência em tempo real.

6. Invoque o endpoint

A estrutura de comando a seguir invoca o endpoint para inferência em tempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
                  --region '<region>' --body '<your-data>' [--content-type] 
 '<content-type>' <outfile>

As guias a seguir contêm exemplos de código completos para implantar um modelo com o SDK AWS 
para Python (boto3) ou AWS CLI.

AWS SDK for Python (boto3)

1. Obtenha as definições do candidato usando o exemplo de código a seguir.

import sagemaker  
import boto3
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session = sagemaker.session.Session()

sagemaker_client = boto3.client('sagemaker', region_name='us-west-2')
job_name = 'test-auto-ml-job'

describe_response = sm_client.describe_auto_ml_job(AutoMLJobName=job_name)
# extract the best candidate definition from DescribeAutoMLJob response
best_candidate = describe_response['BestCandidate']
# extract the InferenceContainers definition from the caandidate definition
inference_containers = best_candidate['InferenceContainers']

2. Crie o modelo usando o exemplo de código a seguir.

# Create Model
model_name = 'test-model'  
sagemaker_role = 'arn:aws:iam:444455556666:role/sagemaker-execution-role'
create_model_response = sagemaker_client.create_model( 
   ModelName = model_name, 
   ExecutionRoleArn = sagemaker_role, 
   Containers = inference_containers  
)        

3. Crie a configuração de endpoint usando o exemplo de código a seguir.

endpoint_config_name = 'test-endpoint-config' 
                                                         
instance_type = 'ml.m5.2xlarge'  
# for all supported instance types, see  
# https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_ProductionVariant.html#sagemaker-Type-ProductionVariant-InstanceType    # 
 Create endpoint config

endpoint_config_response = sagemaker_client.create_endpoint_config( 
   EndpointConfigName=endpoint_config_name,  
   ProductionVariants=[ 
       { 
           "VariantName": "variant1", 
           "ModelName": model_name,  
           "InstanceType": instance_type, 
           "InitialInstanceCount": 1
       } 
   ]
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)

print(f"Created EndpointConfig: {endpoint_config_response['EndpointConfigArn']}")  
                

4. Crie o endpoint e implante o modelo com o exemplo de código a seguir.

# create endpoint and deploy the model
endpoint_name = 'test-endpoint'
create_endpoint_response = sagemaker_client.create_endpoint( 
                                            EndpointName=endpoint_name,  
                                            
 EndpointConfigName=endpoint_config_name)
print(create_endpoint_response)                  

Verifique o status da criação do endpoint usando o exemplo de código a seguir.

# describe endpoint creation status
status = sagemaker_client.describe_endpoint(EndpointName=endpoint_name)
["EndpointStatus"]                     

5. Invoque o endpoint para inferência em tempo real usando a estrutura de comando a seguir.

# once endpoint status is InService, you can invoke the endpoint for inferencing
if status == "InService": 
  sm_runtime = boto3.Session().client('sagemaker-runtime') 
  inference_result = sm_runtime.invoke_endpoint(EndpointName='test-endpoint', 
 ContentType='text/csv', Body='1,2,3,4,class')     

AWS Command Line Interface (AWS CLI)

1. Obtenha as definições do candidato usando o exemplo de código a seguir.

aws sagemaker describe-auto-ml-job --auto-ml-job-name 'test-automl-job' --
region us-west-2

2. Crie o modelo usando o exemplo de código a seguir.

aws sagemaker create-model --model-name 'test-sagemaker-model'
--containers '[{ 
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    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3", DOC-EXAMPLE-BUCKET1
    "ModelDataUrl": "s3://DOC-EXAMPLE-BUCKET/output/model.tar.gz", 
    "Environment": { 
        "AUTOML_SPARSE_ENCODE_RECORDIO_PROTOBUF": "1", 
        "AUTOML_TRANSFORM_MODE": "feature-transform", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "application/x-recordio-protobuf", 
        "SAGEMAKER_PROGRAM": "sagemaker_serve", 
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code" 
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
xgboost:1.3-1-cpu-py3", 
    "ModelDataUrl": "s3://DOC-EXAMPLE-BUCKET/output/model.tar.gz", 
    "Environment": { 
        "MAX_CONTENT_LENGTH": "20971520", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv", 
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,probabilities"  
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3", aws-region
    "ModelDataUrl": "s3://DOC-EXAMPLE-BUCKET/output/model.tar.gz",  
    "Environment": {  
        "AUTOML_TRANSFORM_MODE": "inverse-label-transform",  
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv",  
        "SAGEMAKER_INFERENCE_INPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,labels,probabilities",  
        "SAGEMAKER_PROGRAM": "sagemaker_serve",  
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code" 
    }  
}]' \
--execution-role-arn 'arn:aws:iam::1234567890:role/sagemaker-execution-role' \  
--region 'us-west-2'

Para obter detalhes adicionais, consulte Criando um modelo.

O comando create model responderá no formato a seguir.
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{ 
    "ModelArn": "arn:aws:sagemaker:us-west-2:1234567890:model/test-sagemaker-
model"
}

3. Crie a configuração de endpoint usando o exemplo de código a seguir.

aws sagemaker create-endpoint-config --endpoint-config-name 'test-endpoint-config' 
 \
--production-variants '[{"VariantName": "variant1",  
                        "ModelName": "test-sagemaker-model", 
                        "InitialInstanceCount": 1, 
                        "InstanceType": "ml.m5.2xlarge" 
                       }]' \
--region us-west-2 

O comando de configuração create endpoint responderá no formato a seguir.

{ 
    "EndpointConfigArn": "arn:aws:sagemaker:us-west-2:1234567890:endpoint-config/
test-endpoint-config"
}

4. Crie um endpoint usando o exemplo de código a seguir.

aws sagemaker create-endpoint --endpoint-name 'test-endpoint' \     
--endpoint-config-name 'test-endpoint-config' \                  
--region us-west-2

O comando create endpoint responderá no formato a seguir.

{ 
    "EndpointArn": "arn:aws:sagemaker:us-west-2:1234567890:endpoint/test-endpoint"
}

Verifique o progresso da implantação do endpoint usando o seguinte exemplo de código CLI
describe-endpoint.

aws sagemaker describe-endpoint --endpoint-name 'test-endpoint' --region us-west-2
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A verificação de progresso anterior responderá no formato a seguir.

{ 
    "EndpointName": "test-endpoint", 
    "EndpointArn": "arn:aws:sagemaker:us-west-2:1234567890:endpoint/test-
endpoint", 
    "EndpointConfigName": "test-endpoint-config", 
    "EndpointStatus": "Creating", 
    "CreationTime": 1660251167.595, 
    "LastModifiedTime": 1660251167.595
}

Depois das alterações EndpointStatus para InService, o endpoint está pronto para uso 
em inferência em tempo real.

5. Invoque o endpoint para inferência em tempo real usando a estrutura de comando a seguir.

aws sagemaker-runtime invoke-endpoint --endpoint-name 'test-endpoint' \
--region 'us-west-2' \
--body '1,51,3.5,1.4,0.2' \
--content-type 'text/csv' \
'/tmp/inference_output'

Para obter mais opções, consulte invocar um endpoint.

Implemente modelos de contas diferentes

Você pode implantar um modelo do Autopilot a partir de uma conta diferente da conta original na qual 
o modelo foi gerado. Para implementar a implantação do modelo entre contas, esta seção mostra 
como fazer o seguinte:

1. Conceder permissão à conta de implantação

Para assumir a função na conta geradora, você deve dar permissão para a conta de implantação. 
Isso permite que a conta de implantação descreva as tarefas do Autopilot na conta geradora.

O exemplo a seguir usa uma conta geradora com uma entidade sagemaker-role confiável. O 
exemplo mostra como dar permissão a uma conta de implantação com o ID 111122223333 para 
assumir a função da conta geradora.
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"Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "sagemaker.amazonaws.com" 
                ], 
                "AWS": [ "111122223333"] 
            }, 
            "Action": "sts:AssumeRole" 
        }

A nova conta com o ID 111122223333 agora pode assumir a função da conta geradora.

Em seguida, chame a API DescribeAutoMLJob da conta de implantação para obter uma 
descrição do trabalho criado pela conta geradora.

O exemplo de código a seguir descreve o modelo da conta de implantação.

import sagemaker  
import boto3
session = sagemaker.session.Session()

sts_client = boto3.client('sts')
sts_client.assume_role

role = 'arn:aws:iam::111122223333:role/sagemaker-role'
role_session_name = "role-session-name"
_assumed_role = sts_client.assume_role(RoleArn=role, 
 RoleSessionName=role_session_name)

credentials = _assumed_role["Credentials"]
access_key = credentials["AccessKeyId"]
secret_key = credentials["SecretAccessKey"]
session_token = credentials["SessionToken"]

session = boto3.session.Session() 
         
sm_client = session.client('sagemaker', region_name='us-west-2',  
                           aws_access_key_id=access_key, 
                            aws_secret_access_key=secret_key, 
                            aws_session_token=session_token)
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# now you can call describe automl job created in account A  

job_name = "test-job"
response= sm_client.describe_auto_ml_job(AutoMLJobName=job_name)

2. Conceda acesso à conta de implantação aos artefatos do modelo na conta geradora.

Conceda acesso à conta de implantação somente aos artefatos do modelo na conta geradora 
para implantá-la. Eles estão localizados no S3 OutputPath que foi especificado na chamada de
CreateAutoMLJob API original durante a geração do modelo.

Para dar acesso à conta de implantação aos artefatos do modelo, escolha uma das seguintes 
opções:

a. Dê acesso ao ModelDataUrl da conta geradora para a conta de implantação.

Em seguida, você precisa dar permissão à conta de implantação para assumir a função. Siga 
as etapas de inferência em tempo real para implantar.

b. Copie artefatos do modelo do S3 original da conta geradora OutputPath para a conta geradora.

Para conceder acesso aos artefatos do modelo, defina um modelo best_candidate e 
reatribua os contêineres do modelo à nova conta.

O exemplo a seguir mostra como definir um modelo best_candidate e reatribuir o
ModelDataUrl.

best_candidate = automl.describe_auto_ml_job()['BestCandidate']

# reassigning ModelDataUrl for best_candidate containers below
new_model_locations = ['new-container-1-ModelDataUrl', 'new-container-2-
ModelDataUrl', 'new-container-3-ModelDataUrl']
new_model_locations_index = 0
for container in best_candidate['InferenceContainers']: 
    container['ModelDataUrl'] = new_model_locations[new_model_locations_index++]   
       

Após essa atribuição de contêineres, siga as etapas em Implemente usando SageMaker APIs
para implantar.
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Para criar uma carga útil em inferência em tempo real, veja o exemplo do bloco de anotações 
para definir uma carga útil de teste. Para criar a carga a partir de um arquivo CSV e invocar um 
endpoint, consulte a seção Prever com seu modelo em Criar um modelo de machine learning 
automaticamente.

Inferência em lote

A inferência em lote, também conhecida como inferência offline, gera previsões de modelo em um 
lote de observações. A inferência em lote é uma boa opção para grandes conjuntos de dados ou se 
você não precisar de uma resposta imediata a uma solicitação de previsão do modelo.

Por outro lado, a inferência on-line (inferência em tempo real) gera previsões em tempo real.

Você pode fazer inferências em lote a partir de um modelo do Autopilot usando o SDK do SageMaker 
Python, a interface de usuário (UI) do Autopilot, o SDK AWSpara Python (boto3) ou o (). AWS 
Command Line Interface AWS CLI

As guias a seguir mostram três opções para implantar seu modelo: usar APIs, UI do Autopilot ou 
usar APIs para implantar a partir de contas diferentes. Estas instruções supõem que você já criou 
um modelo no Autopilot. Se você não tem um modelo, consulte Crie um trabalho de regressão ou 
classificação para dados tabulares usando a API AutoML. Para ver exemplos de cada opção, abra 
cada guia.

Implemente um modelo usando a interface do Autopilot

A interface do usuário do Autopilot contém menus suspensos úteis, botões de alternância, dicas de 
ferramentas e muito mais para ajudá-lo(a) a navegar pela implantação do modelo.

As etapas a seguir mostram como implantar um modelo de um experimento do Autopilot para 
previsões em lote.

1. Faça login em https://console.aws.amazon.com/sagemaker/ e selecione Studio no painel de 
navegação.

2. No painel de navegação à esquerda, escolha Studio.

3. Em Comece a usar, selecione o domínio no qual você deseja iniciar o aplicativo Studio. Se o 
seu perfil de usuário pertencer apenas a um domínio, você não verá a opção para selecionar um 
domínio.

4. Selecione o perfil de usuário para o qual você deseja iniciar o aplicativo Studio Classic. Se não 
houver perfil de usuário no domínio, escolha Criar perfil de usuário. Para obter mais informações, 
consulte Add and Remove User Profiles (Adicionar e remover perfis de usuário.
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5. Escolha Launch Studio (Iniciar Studio). Se o perfil do usuário pertencer a um espaço 
compartilhado, escolha Espaços abertos.

6. Quando o console do SageMaker Studio Classic abrir, escolha o botão Launch SageMaker Studio.

7. Selecione AutoML no painel de navegação à esquerda.

8. Em Nome, selecione o experimento do Autopilot correspondente ao modelo que você deseja 
implantar. Isso abre uma nova guia AUTOPILOT JOB.

9. Na seção Model name (Nome do modelo), selecione o modelo que deseja implantar.

10.Escolha Deploy model (Implantar modelo). Isso abre uma nova guia.

11.Escolha Make batch predictions (Fazer previsões em lote) na parte superior da página.

12.Para a configuração do trabalho de transformação de lotes, insira o tipo de instância, Contagem 
de instâncias e outras informações opcionais.

13.Na seção Configuração de dados de entrada, abra o menu suspenso.

a. Para o tipo de dados S3, escolha ManifestFileou S3Prefix.

b. Para Tipo de divisão, escolha Linha, RecordiO, TFRecord ou Nenhum.

c. Para Compactação, escolha Gzip ou Nenhuma.

14.Para a localização do S3, insira o local do bucket do Amazon S3 dos dados de entrada e outras 
informações opcionais.

15.Em Configuração de dados de saída, insira o bucket do S3 para os dados de saída e escolha 
como montar a saída do seu trabalho.

a. Para Configuração adicional (opcional), você pode inserir um tipo MIME e uma chave S3 
Encryption key (Chave de criptografia S3).

16.Para Filtragem de entrada/saída e junções de dados (opcional), insira uma expressão JSONPath 
para filtrar os dados de entrada, una os dados da fonte de entrada aos dados de saída e insira 
uma expressão JSONPath para filtrar os dados de saída.

a. Para ver exemplos de cada tipo de filtro, consulte a DataProcessing API.

17.Para realizar previsões em lote no seu conjunto de dados de entrada, selecione Criar tarefa de 
transformação em lote. Uma nova guia Trabalhos de transformação de lotes é exibida.

18.Na guia Trabalhos de transformação de lotes: Localize o nome do seu trabalho na seção Status. 
Em seguida, verifique o progresso do trabalho.

Implemente usando SageMaker APIs

Para usar as SageMaker APIs para inferência em lote, há três etapas:
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1. Obtenha definições de candidatos

As definições candidatas de InferenceContainerssão usadas para criar um SageMaker modelo.

O exemplo a seguir mostra como usar a API DescribeAutoMLJob para obter definições de 
candidatos para o melhor candidato a modelo. Veja o comando AWS CLI a seguir como exemplo.

aws sagemaker describe-auto-ml-job --auto-ml-job-name <job-name> --region <region>

Use a API ListCandidatesForAutoMLJob para listar todos os candidatos. Veja o comando AWS 
CLI a seguir como exemplo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

2. Crie um SageMaker modelo

Para criar um SageMaker modelo usando a CreateModelAPI, use as definições de contêiner das 
etapas anteriores. Veja o comando AWS CLI a seguir como exemplo.

aws sagemaker create-model --model-name '<your-custom-model-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

3. Crie um trabalho de SageMaker transformação

O exemplo a seguir cria um trabalho de SageMaker transformação com a
CreateTransformJobAPI. Veja o comando AWS CLI a seguir como exemplo.

aws sagemaker create-transform-job --transform-job-name '<your-custom-transform-job-
name>' --model-name '<your-custom-model-name-from-last-step>'\
--transform-input '{ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix",  
                "S3Uri": "<your-input-data>"  
            } 
        }, 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
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    }'\
--transform-output '{ 
        "S3OutputPath": "<your-output-path>", 
        "AssembleWith": "Line"  
    }'\
--transform-resources '{ 
        "InstanceType": "<instance-type>",  
        "InstanceCount": 1
    }' --region '<region>' 

Verifique o progresso do seu trabalho de transformação usando a DescribeTransformJobAPI. Veja o 
comando AWS CLI a seguir como exemplo.

aws sagemaker describe-transform-job --transform-job-name '<your-custom-transform-job-
name>' --region <region>

Depois que o trabalho for concluído, o resultado previsto estará disponível em <your-output-
path>.

O nome do arquivo resultante tem o seguinte formato: <input_data_file_name>.out. Por 
exemplo, se seu arquivo de entrada for text_x.csv, o nome de saída será text_x.csv.out.

As guias a seguir mostram exemplos de código para SageMaker Python SDK, AWS SDK for Python 
(boto3) e o. AWS CLI

SageMaker Python SDK

O exemplo a seguir usa o SDK do SageMaker Python para fazer previsões em lotes.

from sagemaker import AutoML

sagemaker_session= sagemaker.session.Session()

job_name = 'test-auto-ml-job' # your autopilot job name
automl = AutoML.attach(auto_ml_job_name=job_name)
output_path = 's3://test-auto-ml-job/output'
input_data = 's3://test-auto-ml-job/test_X.csv'

# call DescribeAutoMLJob API to get the best candidate definition
best_candidate = automl.describe_auto_ml_job()['BestCandidate']
best_candidate_name = best_candidate['CandidateName']
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# create model
model = automl.create_model(name=best_candidate_name,  
               candidate=best_candidate)

# create transformer
transformer = model.transformer(instance_count=1,  
    instance_type='ml.m5.2xlarge', 
    assemble_with='Line', 
    output_path=output_path)

# do batch transform
transformer.transform(data=input_data, 
                      split_type='Line', 
                       content_type='text/csv', 
                       wait=True)

AWS SDK for Python (boto3)

O exemplo a seguir usa o AWS SDK do Python (boto3) para fazer previsões em lotes.

import sagemaker  
import boto3

session = sagemaker.session.Session()

sm_client = boto3.client('sagemaker', region_name='us-west-2')
role = 'arn:aws:iam::1234567890:role/sagemaker-execution-role'
output_path = 's3://test-auto-ml-job/output'
input_data = 's3://test-auto-ml-job/test_X.csv'

best_candidate = sm_client.describe_auto_ml_job(AutoMLJobName=job_name)
['BestCandidate']
best_candidate_containers = best_candidate['InferenceContainers']
best_candidate_name = best_candidate['CandidateName']

# create model
reponse = sm_client.create_model( 
    ModelName = best_candidate_name, 
    ExecutionRoleArn = role, 
    Containers = best_candidate_containers  
)

# Lauch Transform Job
response = sm_client.create_transform_job( 
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    TransformJobName=f'{best_candidate_name}-transform-job', 
    ModelName=model_name, 
    TransformInput={ 
        'DataSource': { 
            'S3DataSource': { 
                'S3DataType': 'S3Prefix', 
                'S3Uri': input_data 
            } 
        }, 
        'ContentType': "text/csv", 
        'SplitType': 'Line' 
    }, 
    TransformOutput={ 
        'S3OutputPath': output_path, 
        'AssembleWith': 'Line', 
    }, 
    TransformResources={ 
        'InstanceType': 'ml.m5.2xlarge', 
        'InstanceCount': 1, 
    },
)

O trabalho de inferência em lote retorna uma resposta no formato a seguir.

{'TransformJobArn': 'arn:aws:sagemaker:us-west-2:1234567890:transform-job/test-
transform-job', 
 'ResponseMetadata': {'RequestId': '659f97fc-28c4-440b-b957-a49733f7c2f2', 
  'HTTPStatusCode': 200, 
  'HTTPHeaders': {'x-amzn-requestid': '659f97fc-28c4-440b-b957-a49733f7c2f2', 
   'content-type': 'application/x-amz-json-1.1', 
   'content-length': '96', 
   'date': 'Thu, 11 Aug 2022 22:23:49 GMT'}, 
  'RetryAttempts': 0}}

AWS Command Line Interface (AWS CLI)

1. Obtenha as definições do candidato usando o exemplo de código a seguir.

aws sagemaker describe-auto-ml-job --auto-ml-job-name 'test-automl-job' --
region us-west-2

2. Crie o modelo usando o exemplo de código a seguir.
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aws sagemaker create-model --model-name 'test-sagemaker-model'
--containers '[{ 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3", 
    "ModelDataUrl": "s3://test-bucket/out/test-job1/data-processor-models/test-
job1-dpp0-1-e569ff7ad77f4e55a7e549a/output/model.tar.gz", 
    "Environment": { 
        "AUTOML_SPARSE_ENCODE_RECORDIO_PROTOBUF": "1", 
        "AUTOML_TRANSFORM_MODE": "feature-transform", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "application/x-recordio-protobuf", 
        "SAGEMAKER_PROGRAM": "sagemaker_serve", 
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code" 
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
xgboost:1.3-1-cpu-py3", 
    "ModelDataUrl": "s3://test-bucket/out/test-job1/tuning/flicdf10v2-dpp0-xgb/
test-job1E9-244-7490a1c0/output/model.tar.gz", 
    "Environment": { 
        "MAX_CONTENT_LENGTH": "20971520", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv", 
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,probabilities"  
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3",  
    "ModelDataUrl": "s3://test-bucket/out/test-job1/data-processor-models/test-
job1-dpp0-1-e569ff7ad77f4e55a7e549a/output/model.tar.gz",  
    "Environment": {  
        "AUTOML_TRANSFORM_MODE": "inverse-label-transform",  
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv",  
        "SAGEMAKER_INFERENCE_INPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,labels,probabilities",  
        "SAGEMAKER_PROGRAM": "sagemaker_serve",  
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code"  
    }  
}]' \
--execution-role-arn 'arn:aws:iam::1234567890:role/sagemaker-execution-role' \
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--region 'us-west-2'

3. Crie o trabalho de transformação usando o exemplo de código a seguir.

aws sagemaker create-transform-job --transform-job-name 'test-tranform-job'\ 
 --model-name 'test-sagemaker-model'\
--transform-input '{ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://test-bucket/data.csv" 
            } 
        }, 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }'\
--transform-output '{ 
        "S3OutputPath": "s3://test-bucket/output/", 
        "AssembleWith": "Line" 
    }'\
--transform-resources '{ 
        "InstanceType": "ml.m5.2xlarge", 
        "InstanceCount": 1
    }'\
--region 'us-west-2'

4. Crie o progresso do trabalho de transformação usando o exemplo de código a seguir.

aws sagemaker describe-transform-job --transform-job-name  'test-tranform-job' --
region us-west-2

A seguir está a resposta do trabalho de transformação.

{ 
    "TransformJobName": "test-tranform-job", 
    "TransformJobArn": "arn:aws:sagemaker:us-west-2:1234567890:transform-job/test-
tranform-job", 
    "TransformJobStatus": "InProgress", 
    "ModelName": "test-model", 
    "TransformInput": { 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
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                "S3Uri": "s3://test-bucket/data.csv" 
            } 
        }, 
        "ContentType": "text/csv", 
        "CompressionType": "None", 
        "SplitType": "Line" 
    }, 
    "TransformOutput": { 
        "S3OutputPath": "s3://test-bucket/output/", 
        "AssembleWith": "Line", 
        "KmsKeyId": "" 
    }, 
    "TransformResources": { 
        "InstanceType": "ml.m5.2xlarge", 
        "InstanceCount": 1
    }, 
    "CreationTime": 1662495635.679, 
    "TransformStartTime": 1662495847.496, 
    "DataProcessing": { 
        "InputFilter": "$", 
        "OutputFilter": "$", 
        "JoinSource": "None" 
    }
}

Depois das alterações TransformJobStatus para Completed, você pode verificar o 
resultado da inferência no S3OutputPath.

Implementar modelos de contas diferentes

Para criar um trabalho de inferência em lote em uma conta diferente daquela em que o modelo foi 
gerado, siga as instruções em Implemente modelos de contas diferentes. Em seguida, você pode 
criar modelos e transformar trabalhos seguindo o Implemente usando SageMaker APIs.

Modelos gerados pelo Amazon SageMaker Autopilot

Este procedimento descreve como compartilhar um modelo que você criou no Amazon SageMaker 
Autopilot com outro usuário no SageMaker Canvas. Também mostra como visualizar detalhes sobre 
os trabalhos que você executou.
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Pré-requisitos

Antes de iniciar esse procedimento, você deve ter criado e executado um experimento de Autopilot. 
Para obter instruções, consulte Crie um trabalho de regressão ou classificação para dados tabulares 
usando a API AutoML.

Compartilhe seu modelo de Autopilot

Você pode compartilhar seu modelo de piloto automático com outro usuário no SageMaker Canvas. 
O outro usuário pode então importar seu modelo e usá-lo para gerar previsões.

Para compartilhar o modelo na interface do usuário do Autopilot usando um botão, consulte a seção 
a seguir Visualizar detalhes do modelo. O botão Compartilhar modelo é discutido na Etapa 6.

Para obter mais informações sobre como compartilhar um modelo, consulte Traga seu próprio 
modelo para o Canvas.

visualizar detalhes do modelo

O Autopilot gera detalhes sobre os modelos candidatos que você pode obter. Esses detalhes incluem 
o seguinte:

• Um gráfico dos valores agregados de SHAP que indicam a importância de cada atributo. Isso 
ajuda a explicar as previsões do seu modelo.

• As estatísticas resumidas de várias métricas de treinamento e validação, incluindo a métrica 
objetiva.

• Uma lista dos hiperparâmetros usados para treinar e ajustar o modelo.

Para ver os detalhes do modelo depois de executar um trabalho de Autopilot, siga estas etapas:

1. Escolha o ícone Início no painel

de navegação esquerdo para ver o menu de navegação de nível superior do Amazon 
SageMaker Studio Classic.

2. Selecione o cartão AutoML na área de trabalho principal. Isso abre uma nova guia do Autopilot.

3. Na seção Nome, selecione a trabalho do Autopilot que tem os detalhes que você deseja 
examinar. Isso abre uma nova guia de trabalhos do Autopilot.
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4. O painel de trabalhos do Autopilot lista os valores métricos, incluindo a métrica objetiva de 
cada modelo em Nome do modelo. O melhor modelo está listado no topo da lista, em Nome do 
modelo e também é destacado na guia Modelos.

• Para revisar os detalhes do modelo, selecione o modelo em que você está interessado e 
selecione Visualizar detalhes do modelo. Isso abre uma nova guia Detalhes do modelo.

5. A guia Detalhes do modelo é dividida em quatro subseções.

1. A parte superior da guia Explicabilidade contém um gráfico de valores de SHAP agregados 
que indicam a importância de cada recurso. A seguir estão os valores de métricas e 
hiperparâmetros desse modelo.

2. A guia Performance contém estatísticas de métricas e uma matriz de confusão.

3. A guia Artefatos contém informações sobre entradas, saídas e resultados intermediários do 
modelo.

4. A guia Rede resume suas escolhas de isolamento e criptografia de rede.

Note

A importância e as informações do recurso na guia Performance são geradas somente 
para o melhor modelo.

Para obter mais informações sobre como os valores do SHAP ajudam a explicar as previsões 
com base na importância do recurso, consulte o whitepaper Entendendo a explicabilidade do 
modelo. Informações adicionais também estão disponíveis no Explicabilidade do modelo tópico 
do Guia do SageMaker desenvolvedor.

6. Para compartilhar seu modelo de piloto automático com outro usuário do SageMaker Canvas, 
escolha Compartilhar modelo. Esse botão está localizado no canto superior direito da guia
Detalhes do modelo.

• Na seção Adicionar usuários do Canvas, use a seta para baixo para selecionar um usuário 
do SageMaker Canvas.
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Exibir um relatório de desempenho do modelo de Autopilot

Um relatório de qualidade de SageMaker modelo da Amazon (também conhecido como relatório 
de desempenho) fornece insights e informações de qualidade para o melhor candidato a modelo 
gerado por um trabalho no AutoML. Isso inclui informações sobre os detalhes do trabalho, o tipo 
de problema do modelo, a função objetivo e outras informações relacionadas ao tipo de problema. 
Este guia mostra como visualizar graficamente as métricas de desempenho do Amazon SageMaker 
Autopilot ou como dados brutos em um arquivo JSON.

Por exemplo, em problemas de classificação, o relatório de qualidade do modelo inclui o seguinte:

• Matriz de confusão

• Área sob a curva característica de operação do receptor (AUC)

• Informações para entender falsos positivos e falsos negativos

• Compensações entre verdadeiros positivos e falsos positivos

• Compensações entre precisão e recuperação

O Autopilot também fornece métricas de desempenho para todos os seus modelos candidatos. 
Essas métricas são calculadas usando todos os dados de treinamento e são usadas para estimar 
o desempenho do modelo. A área de trabalho principal inclui essas métricas por padrão. O tipo de 
métrica é determinado pelo tipo de problema que está sendo tratado.

As seguintes métricas de desempenho estão associadas ao tipo de problema correspondente:

• Regressão: MAE, MSE, R2, RMSE

• Classificação binária: Accuracy, AUC2, BalancedAccuracy, F1, LogLoss, Precision,
Recall

• Classificação multiclasse: Accuracy, BalancedAccuracy, F1macro, LogLoss,
PrecisionMacro, RecallMacro

Você pode classificar seus candidatos a modelo com a métrica relevante para ajudá-lo a selecionar 
e implantar o modelo que atenda às suas necessidades comerciais. Para obter definições dessas 
métricas, consulte o tópico Métricas de candidatos do Autopilot.

Para visualizar um relatório de desempenho de um trabalho do Autopilot, siga estas etapas:
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1. Escolha o ícone Início no painel

de navegação esquerdo para ver o menu de navegação de nível superior do Amazon 
SageMaker Studio Classic.

2. Selecione o cartão AutoML na área de trabalho principal. Isso abre uma nova guia do Autopilot.

3. Na seção Nome, selecione a trabalho do Autopilot que tem os detalhes que você deseja 
examinar. Isso abre uma nova guia de trabalhos do Autopilot.

4. O painel de trabalhos do Autopilot lista os valores métricos, incluindo a métrica objetiva de 
cada modelo em Nome do modelo. O melhor modelo está listado no topo da lista, em Nome do 
modelo e é destacado na guia Modelos.

• Para revisar os detalhes do modelo, selecione o modelo em que você está interessado e 
selecione Visualizar detalhes no modelo. Isso abre uma nova guia Detalhes do modelo.

5. Escolha a guia Performance entre as guias Explicabilidade e Artefatos.

a. Na seção superior direita da guia, selecione a seta para baixo no botão Fazer o download 
de relatórios de desempenho.

b. A seta para baixo fornece duas opções para visualizar as métricas de desempenho do 
Autopilot:

i. Você pode baixar um PDF do relatório de desempenho para visualizar as métricas 
graficamente.

ii. Você pode ver as métricas como dados brutos e baixá-las como um arquivo JSON.

Para obter instruções sobre como criar e executar uma tarefa do AutoML no SageMaker Studio 
Classic, consulte. Crie um trabalho de regressão ou classificação para dados tabulares usando a API 
AutoML

O relatório de desempenho contém duas seções. O primeiro contém detalhes sobre o trabalho do 
Autopilot que produziu o modelo. A segunda seção contém um relatório de qualidade do modelo.

Detalhes do trabalho do Autopilot

Esta primeira seção do relatório fornece algumas informações gerais sobre o trabalho do Autopilot 
que produziu o modelo. Esses trabalhos incluem as seguintes informações:

• Nome do candidato do Autopilot
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• Nome do trabalho do Autopilot

• Tipo de problema

• Métrica objetiva

• Direção de otimização

Relatório de qualidade do modelo

As informações de qualidade do modelo são geradas pelo Autopilot Model Insights. O conteúdo 
do relatório gerado depende do tipo de problema abordado: regressão, classificação binária ou 
classificação multiclasse. O relatório especifica o número de linhas que foram incluídas no conjunto 
de dados de avaliação e a hora em que a avaliação ocorreu.

Tabelas de métricas

A primeira parte do relatório de qualidade do modelo contém tabelas de métricas. Eles são 
apropriados para o tipo de problema abordado pelo modelo.

A imagem a seguir é um exemplo de uma tabela de métricas que o Autopilot gera para um problema 
de regressão. Ele mostra o nome, o valor e o desvio padrão da métrica.

A imagem a seguir é um exemplo de uma tabela de métricas gerada pelo Autopilot para um 
problema de classificação multiclasse. Ele mostra o nome, o valor e o desvio padrão da métrica.
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Informações gráficas de performance do modelo

A segunda parte do relatório de qualidade do modelo contém informações gráficas para ajudá-lo a 
avaliar o desempenho do modelo. O conteúdo desta seção depende do tipo de problema usado na 
modelagem.

A área sob a curva de característica de operação do receptor

A área abaixo da curva característica de operação do receptor representa a concessão entre as 
taxas de verdadeiro positivo e falso positivo. É uma métrica de precisão padrão do setor usada para 
modelos de classificação binária. A AUC (área sob a curva) mede a capacidade do modelo de prever 
uma pontuação maior de exemplos positivos em comparação com os exemplos negativos. A métrica 
AUC fornece uma medida agregada do desempenho do modelo em todos os limites de classificação 
possíveis.

A métrica de AUC retorna um valor decimal de 0 a 1. Os valores de AUC quase de 1 indicam que um 
modelo de machine learning é altamente preciso. Os valores próximos a 0,5 indicam que um modelo 
de ML não é melhor do que a adivinhação aleatória. Valores de AUC próximos a 0 indicam que o 
modelo aprendeu os padrões corretos, mas está fazendo previsões tão imprecisas quanto possível. 
Valores próximos de zero podem indicar um problema com os dados. Para obter mais informações 
sobre a métrica AUC, consulte o artigo Característica de operação do receptor na Wikipedia.

A seguir está um exemplo de uma área sob o gráfico da curva característica de operação do receptor 
para avaliar as previsões feitas por um modelo de classificação binária. A linha fina tracejada 
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representa a área sob a curva característica de operação do receptor que um modelo que classifica 
a no-better-than-random adivinhação pontuaria, com uma pontuação de AUC de 0,5. As curvas dos 
modelos de classificação mais precisos estão acima dessa linha de base aleatória, em que a taxa 
de verdadeiros positivos excede a taxa de falsos positivos. A área sob a curva característica de 
operação do receptor que representa o desempenho do modelo de classificação binária é a linha 
sólida mais espessa.

Um resumo dos componentes do gráfico da taxa de falsos positivos (FPR) e da taxa de positivos 
verdadeiros (TPR) é definido da seguinte forma.

• Previsões corretas

• Positivo verdadeiro (TP): o valor previsto é 1 e o valor verdadeiro é 1.

• Negativo verdadeiro (TN): o valor previsto é 0 e o valor verdadeiro é 0.

• Previsões incorretas
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• Falso-positivo (FP): o valor previsto é 1, mas o valor verdadeiro é 0.

• Falso-negativo (FN): o valor previsto é 0, mas o valor verdadeiro é 1.

A taxa de falsos-positivos (FPR) mede a fração de verdadeiros negativos (TN) que foram falsamente 
previstos como positivos (FP), sobre a soma de FP e TN. O intervalo é de 0 a 1. Um valor menor 
indica melhor precisão preditiva.

• FPR = FP/ (FP+TN)

A taxa de positivos verdadeiros (TPR) mede a fração de verdadeiros positivos que foram 
corretamente previstos como positivos (TP) sobre a soma de TP e falsos negativos (FN). O intervalo 
é de 0 a 1. Um valor maior indica melhor precisão preditiva.

• TPR = TP/(TP+FN)

Matriz de confusão

Uma matriz de confusão fornece uma maneira de visualizar a precisão das previsões feitas por um 
modelo para classificação binária e multiclasse para problemas diferentes. A matriz de confusão no 
relatório de qualidade do modelo contém o seguinte.

• O número e a porcentagem de previsões corretas e incorretas para os rótulos reais

• O número e a porcentagem de previsões precisas na diagonal do canto superior esquerdo ao 
canto inferior direito

• O número e a porcentagem de previsões imprecisas na diagonal do canto superior direito ao canto 
inferior esquerdo

As previsões incorretas em uma matriz de confusão são os valores de confusão.

O diagrama a seguir é um exemplo de uma matriz de confusão para um problema de classificação 
binária. Ela contém as seguintes informações:

• O eixo vertical é dividido em duas linhas contendo rótulos reais verdadeiros e falsos.

• O eixo horizontal é dividido em duas colunas contendo rótulos verdadeiros e falsos que foram 
previstos pelo modelo.
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• A barra de cores atribui um tom mais escuro a um número maior de amostras para indicar 
visualmente o número de valores que foram classificados em cada categoria.

Neste exemplo, o modelo previu corretamente 2817 valores falsos reais e 353 valores reais 
verdadeiros corretamente. O modelo previu incorretamente 130 valores reais verdadeiros como 
falsos e 33 valores reais falsos como verdadeiros. A diferença de tom indica que o conjunto de dados 
não está balanceado. O desequilíbrio ocorre porque há muito mais rótulos falsos reais do que rótulos 
verdadeiros.

O diagrama a seguir é um exemplo de matriz de confusão para um problema de classificação 
multiclasse. A matriz de confusão no relatório de qualidade do modelo contém o seguinte.

• O eixo vertical é dividido em três linhas contendo três rótulos reais diferentes.

• O eixo horizontal é dividido em três colunas contendo rótulos que foram previstos pelo modelo.

• A barra de cores atribui um tom mais escuro a um número maior de amostras para indicar 
visualmente o número de valores que foram classificados em cada categoria.
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No exemplo abaixo, o modelo previu corretamente os valores reais de 354 para o rótulo f, 1094 
valores para o rótulo i e 852 valores para o rótulo m. A diferença de tom indica que o conjunto de 
dados não está balanceado porque há muito mais rótulos para o valor i do que para f ou m.

A matriz de confusão no relatório de qualidade do modelo fornecido pode acomodar no máximo 15 
rótulos para tipos de problemas de classificação multiclasse. Se uma linha correspondente a um 
rótulo mostrar um valor Nan, isso significa que o conjunto de dados de validação usado para verificar 
as previsões do modelo não contém dados com esse rótulo.

Curva de ganho

Na classificação binária, uma curva de ganho prevê o benefício cumulativo de usar uma 
porcentagem do conjunto de dados para encontrar um rótulo positivo. O valor do ganho é calculado 
durante o treinamento dividindo o número cumulativo de observações positivas pelo número total 
de observações positivas nos dados, em cada decil. Se o modelo de classificação criado durante 
o treinamento for representativo dos dados não vistos, você poderá usar a curva de ganho para 
prever a porcentagem de dados que deve ser segmentada para obter uma porcentagem de rótulos 
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positivos. Quanto maior a porcentagem do conjunto de dados usado, maior a porcentagem de rótulos 
positivos encontrados.

No gráfico de exemplo a seguir, a curva de ganho é a linha com inclinação variável. A linha reta é a 
porcentagem de rótulos positivos encontrados ao selecionar aleatoriamente uma porcentagem de 
dados do conjunto de dados. Ao atingir 20% do conjunto de dados, você esperaria encontrar mais 
de 40% dos rótulos positivos. Como exemplo, você pode considerar o uso de uma curva de ganho 
para determinar seus esforços em uma campanha de marketing. Usando nosso exemplo de curva 
de ganho, para 83% das pessoas em um bairro comprarem biscoitos, você enviaria um anúncio para 
cerca de 60% do bairro.

Curva de elevação

Na classificação binária, a curva de elevação ilustra o aumento do uso de um modelo treinado para 
prever a probabilidade de encontrar um rótulo positivo em comparação com uma suposição aleatória. 
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O valor de elevação é calculado durante o treinamento usando a razão entre o ganho percentual 
e a proporção de rótulos positivos em cada decil. Se o modelo criado durante o treinamento for 
representativo dos dados não vistos, use a curva de elevação para prever a vantagem de usar o 
modelo em vez de adivinhar aleatoriamente.

No gráfico de exemplo a seguir, a curva de elevação é a linha com inclinação variável. A linha reta 
é a curva de elevação associada à seleção aleatória da porcentagem correspondente do conjunto 
de dados. Ao atingir 40% do conjunto de dados com os rótulos de classificação do seu modelo, 
você esperaria encontrar cerca de 1,7 vezes o número de rótulos positivos que teria encontrado ao 
selecionar aleatoriamente 40% dos dados não vistos.

Curva de recuperação de precisão

A curva de recuperação de precisão representa a compensação entre precisão e recuperação para 
problemas de classificação binária.
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A precisão mede a fração de positivos reais que são previstos como positivos (TP) de todas as 
previsões positivas (TP e falsos positivos). O intervalo é de 0 a 1. Um valor maior indica melhor 
precisão nos valores previstos.

• Precisão = TP/(TP+FP)

O recordar mede a fração de positivos reais (TP) que são previstos como positivos de todas as 
previsões positivas (TP e falsos negativos). Isso também é conhecido como a sensibilidade e como 
a verdadeira taxa positiva. O intervalo é de 0 a 1. Um valor maior indica uma melhor detecção de 
valores positivos da amostra.

• Recuperação = TP/(TP+FN)

O objetivo de um problema de classificação é rotular corretamente o maior número possível de 
elementos. Um sistema com alto recall, mas baixa precisão, retorna uma alta porcentagem de falsos 
positivos.

O gráfico a seguir mostra um filtro de spam que marca todos os e-mails como spam. Tem alto recall, 
mas baixa precisão, porque o recall não mede falsos positivos.

Dê mais peso ao recall do que à precisão se seu problema tiver uma penalidade baixa por valores 
falsos positivos, mas uma penalidade alta por perder um resultado verdadeiro positivo. Por exemplo, 
detectar uma colisão iminente em um veículo autônomo.
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Por outro lado, um sistema com alta precisão, mas com baixa recuperação, retorna uma alta 
porcentagem de falsos negativos. Um filtro de spam que marca cada e-mail como desejável (não 
spam) tem alta precisão, mas baixa recuperação, pois a precisão não mede falsos negativos.

Se seu problema tem uma penalidade baixa por valores falsos negativos, mas uma penalidade alta 
por perder resultados negativos verdadeiros, dê mais peso à precisão do que à recuperação. Por 
exemplo, sinalizar um filtro suspeito para uma auditoria fiscal.

O gráfico a seguir mostra um filtro de spam que tem alta precisão, mas baixa recuperação, porque a 
precisão não mede falsos negativos.

Um modelo que faz previsões com alta precisão e alta recuperação produz um grande número 
de resultados rotulados corretamente. Para obter mais informações, consulte o artigo Precisão e 
recordar na Wikipédia.

Área sob a curva de recuperação de precisão (AUPRC)

Para problemas de classificação binária, o Amazon SageMaker Autopilot inclui um gráfico da 
área sob a curva de recuperação de precisão (AUPRC). A métrica AUPRC fornece uma medida 
agregada do desempenho do modelo em todos os limites de classificação possíveis e usa precisão 
e recuperação. O AUPRC não leva em consideração o número de negativos verdadeiros. Portanto, 
pode ser útil avaliar o desempenho do modelo nos casos em que há um grande número de pontos 
negativos verdadeiros nos dados. Por exemplo, para modelar um gene contendo uma mutação rara.

O gráfico a seguir é um exemplo de um gráfico AUPRC. A precisão em seu valor mais alto é 1 e a 
recuperação está em 0. No canto inferior direito do gráfico, recall é o valor mais alto (1) e a precisão 
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é 0. Entre esses dois pontos, a curva AUPRC ilustra a compensação entre precisão e recuperação 
em diferentes limites.

Gráfico real em relação ao previsto

O gráfico real em relação ao previsto mostra a diferença entre os valores reais e previstos do 
modelo. No gráfico de exemplo a seguir, a linha sólida é uma linha linear de melhor ajuste. Se o 
modelo fosse 100% preciso, cada ponto previsto seria igual ao ponto real correspondente e estaria 
nessa linha de melhor ajuste. A distância da linha de melhor ajuste é uma indicação visual do erro do 
modelo. Quanto maior a distância da linha de melhor ajuste, maior o erro do modelo.
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Gráfico residual padronizado

Um gráfico de resíduos padronizado incorpora os seguintes termos estatísticos:

residual

Um resíduo (bruto) mostra a diferença entre os valores reais e os previstos pelo seu modelo. 
Quanto maior a diferença, maior o valor residual.

standard deviation

O desvio padrão é uma medida de como os valores variam de um valor médio. Um desvio padrão 
alto indica que muitos valores são muito diferentes de seu valor médio. Um desvio padrão baixo 
indica que muitos valores estão próximos do valor médio.

Crie um trabalho de regressão ou classificação usando a API AutoML 138



Amazon SageMaker Guia do Desenvolvedor

standardized residual

Um resíduo padronizado divide os resíduos brutos por seu desvio padrão. Os resíduos 
padronizados têm unidades de desvio padrão e são úteis para identificar valores discrepantes 
nos dados, independentemente da diferença na escala dos resíduos brutos. Se um resíduo 
padronizado for muito menor ou maior do que os outros resíduos padronizados, isso indica que o 
modelo não está se ajustando bem a essas observações.

O gráfico de resíduos padronizado mede a força da diferença entre os valores observados e 
esperados. O valor real previsto é exibido no eixo x. Um ponto com um valor maior que um valor 
absoluto de 3 é comumente considerado um valor atípico.

O gráfico de exemplo a seguir mostra que um grande número de resíduos padronizados está 
agrupado em torno de 0 no eixo horizontal. Os valores próximos de zero indicam que o modelo está 
se ajustando bem a esses pontos. Os pontos na parte superior e inferior do gráfico não são bem 
previstos pelo modelo.
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Histograma residual

Um histograma residual incorpora os seguintes termos estatísticos:

residual

Um resíduo (bruto) mostra a diferença entre os valores reais e os previstos pelo seu modelo. 
Quanto maior a diferença, maior o valor residual.

standard deviation

O desvio padrão é uma medida de quanto os valores variam de um valor médio. Um desvio 
padrão alto indica que muitos valores são muito diferentes de seu valor médio. Um desvio padrão 
baixo indica que muitos valores estão próximos do valor médio.

standardized residual

Um resíduo padronizado divide os resíduos brutos por seu desvio padrão. Resíduos 
padronizados têm unidades de desvio padrão. Eles são úteis para identificar valores discrepantes 
nos dados, independentemente da diferença na escala dos resíduos brutos. Se um resíduo 
padronizado for muito menor ou maior do que os outros resíduos padronizados, isso indicaria que 
o modelo não está se ajustando bem a essas observações.

histogram

Um histograma é um gráfico que mostra a frequência com que um valor ocorreu.

O histograma residual mostra a distribuição dos valores residuais padronizados. Um histograma 
distribuído em forma de sino e centrado em zero indica que o modelo não superestima ou subestima 
sistematicamente qualquer intervalo específico de valores alvo.

No gráfico a seguir, os valores residuais padronizados indicam que o modelo está se ajustando bem 
aos dados. Se o gráfico mostrasse valores distantes do valor central, isso indicaria que esses valores 
não se encaixam bem no modelo.
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Notebooks Amazon SageMaker Autopilot gerados para gerenciar tarefas do AutoML

O Amazon SageMaker Autopilot gerencia as principais tarefas em um processo automático de 
aprendizado de máquina (AutoML) usando uma tarefa do AutoML.

A tarefa do AutoML cria três relatórios baseados em cadernos que descrevem o plano que o 
Autopilot segue para gerar modelos candidatos. Um modelo candidato consiste em um par (pipeline, 
algoritmo). Primeiro, há um caderno de exploração de dados, que descreve o que o Autopilot 
aprendeu sobre os dados fornecidos por você. Segundo, há um caderno de definição de candidatos, 
que usa as informações sobre os dados para gerar candidatos. Terceiro, um relatório de insights 
do modelo que pode ajudar a detalhar as características de desempenho do melhor modelo no 
leaderboard de um experimento do Autopilot.

Tópicos

• Relatório de exploração de dados do Amazon SageMaker Autopilot
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• Caderno de definição de candidato

Você pode executar esses notebooks na Amazon SageMaker ou localmente, se tiver instalado 
o Amazon SageMaker Python SDK. Você pode compartilhar os cadernos como qualquer outro 
notebook SageMaker Studio Classic. Os cadernos são criados para você realizar experimentos. Por 
exemplo, é possível editar os seguintes itens nos blocos de anotações:

• Os pré-processadores usados nos dados

• A quantidade de execuções de otimização de hiperparâmetros (HPO) e seu paralelismo

• Os algoritmos para tentar

• Os tipos de instância usados para os trabalhos de HPO

• Intervalos de hiperparâmetros

Modificações no caderno de definição de candidatos são incentivadas como uma ferramenta de 
aprendizado. Com essa capacidade, você aprende como as decisões tomadas durante o processo 
de machine learning impactam seus resultados.

Note

Ao executar os cadernos em sua instância padrão, você incorre em custos de linha de 
base. No entanto, quando você executa trabalhos de HPO no caderno do candidato, esses 
trabalhos usam recursos de computação adicionais que geram custos adicionais.

Relatório de exploração de dados do Amazon SageMaker Autopilot

O Amazon SageMaker Autopilot limpa e pré-processa automaticamente seu conjunto de dados. 
Dados de alta qualidade melhoram a eficiência do machine learning e produzem modelos que fazem 
previsões mais precisas.

Há problemas com conjuntos de dados fornecidos pelo cliente que não podem ser corrigidos 
automaticamente sem o benefício de algum conhecimento do domínio. Grandes valores discrepantes 
na coluna de destino para problemas de regressão, por exemplo, podem causar previsões abaixo 
do ideal para valores não atípicos. Valores atípicos podem precisar ser removidos, dependendo 
do objetivo do modelo. Se uma coluna de destino for incluída acidentalmente como uma das 
características de entrada, o modelo final será validado adequadamente, mas terá pouco valor para 
previsões futuras.
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Para ajudar os clientes a descobrir esse tipo de problema, o Autopilot fornece um relatório de 
exploração de dados que contém informações sobre possíveis problemas com seus dados. O 
relatório também sugere como lidar com os problemas.

Um caderno de exploração de dados contendo o relatório é gerado para cada trabalho do Autopilot. 
O relatório é armazenado em um bucket do Amazon S3 e pode ser acessado a partir do seu caminho 
de saída. O caminho do relatório de exploração de dados geralmente segue o padrão a seguir.

[s3 output path]/[name of the automl job]/sagemaker-automl-
candidates/[name of processing job used for data analysis]/notebooks/
SageMakerAutopilotDataExplorationNotebook.ipynb

A localização do notebook de exploração de dados pode ser obtida na API do Autopilot 
usando a resposta da DescribeAutoMLJoboperação, que é armazenada em
DataExplorationNotebookLocation.

Ao executar o Autopilot a partir do SageMaker Studio Classic, você pode abrir o relatório de 
exploração de dados usando as seguintes etapas:

1. Escolha o ícone Início no painel

de navegação esquerdo para ver o menu de navegação de nível superior do Amazon 
SageMaker Studio Classic.

2. Selecione o cartão AutoML na área de trabalho principal. Isso abre uma nova guia do Autopilot.

3. Na seção Nome, selecione o job do Autopilot que possui o caderno de exploração de dados que 
você deseja examinar. Isso abre uma nova guia de trabalhos do Autopilot.

4. Selecione Abrir caderno de exploração de dados na seção superior direita da guia de tarefas do 
Autopilot.

O relatório de exploração de dados é gerado a partir de seus dados antes do início do processo de 
treinamento. Isso permite que você interrompa os trabalhos do Autopilot que podem resultar em 
resultados sem sentido. Da mesma forma, você pode lidar com quaisquer problemas ou melhorias 
em seu conjunto de dados antes de executar novamente o Autopilot. Dessa forma, você pode utilizar 
sua expertise de domínio para aprimorar manualmente a qualidade dos dados antes de treinar um 
modelo em um conjunto de dados mais bem curado.

O relatório de dados contém apenas markdown estática e pode ser aberto em qualquer ambiente 
Jupyter. O caderno que contém o relatório pode ser convertido em outros formatos, como PDF ou 
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HTML. Para obter mais informações sobre conversões, consulte Usando o script nbconvert para 
converter cadernos Jupyter em outros formatos.

Tópicos

• Resumo do conjunto de dados

• Análise do destino

• Exemplo de dados

• Linhas duplicadas

• Correlações entre colunas

• Linhas anômalas

• Valores ausentes, cardinalidade e estatística descritiva

Resumo do conjunto de dados

Este resumo do conjunto de dados fornece as principais estatísticas que caracterizam seu conjunto 
de dados, incluindo o número de linhas, colunas, porcentagem de linhas duplicadas e valores de 
destino ausentes. O objetivo é fornecer um alerta rápido quando houver um problema com seu 
conjunto de dados que o Amazon SageMaker Autopilot detectou e que provavelmente exigirá sua 
intervenção. As informações são apresentadas como avisos classificados como de gravidade “alta” 
ou “baixa”. A classificação depende do nível de confiança de que o problema afetará negativamente 
o desempenho do modelo.

As informações de gravidade alta e baixa aparecem no resumo como pop-ups. Para a maioria 
das informações, são oferecidas recomendações sobre como confirmar se há um problema com o 
conjunto de dados que requer sua atenção. Também são fornecidas propostas sobre como resolver 
os problemas.

O Autopilot fornece estatísticas adicionais sobre valores ausentes ou inválidos no destino em 
nosso conjunto de dados para ajudar a detectar outros problemas que podem não ser capturados 
pelos insights de alta gravidade. Um número inesperado de colunas de um determinado tipo pode 
indicar que algumas colunas que você deseja usar podem estar ausentes do conjunto de dados. 
Também pode indicar que houve um problema com a forma como os dados foram preparados ou 
armazenados. A correção desses problemas de dados trazidos à sua atenção pelo Autopilot pode 
melhorar o desempenho dos modelos de machine learning treinados em seus dados.
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Os insights de alta gravidade são mostrados na seção de resumo e em outras seções relevantes do 
relatório. Geralmente, são fornecidos exemplos de insights de gravidade baixa e alta, dependendo 
da seção do relatório de dados.

Análise do destino

Vários insights de gravidade baixa e alta são mostrados nesta seção relacionados à distribuição de 
valores na coluna de destino. Verifique se a coluna de destino contém os valores corretos. Valores 
incorretos na coluna de destino provavelmente resultarão em um modelo de machine learning que 
não atende à finalidade comercial pretendida. Vários insights de dados de gravidade baixa e alta 
estão presentes nesta seção. Aqui estão alguns exemplos:

• Valores de destino atípicos - Distribuição de destinos distorcida ou incomum para regressão, como 
destinos com cauda pesada.

• Cardinalidade destino alta ou baixa - Número infrequente de rótulos de classe ou um grande 
número de classes exclusivas para classificação.

Para os tipos de problemas de regressão e classificação, valores inválidos, como infinito numérico,
NaN ou espaço vazio na coluna de destino, aparecem. Dependendo do tipo de problema, diferentes 
estatísticas do conjunto de dados são apresentadas. Uma distribuição dos valores da coluna de 
destino para um problema de regressão permite verificar se a distribuição é a esperada.

A captura de tela a seguir mostra um relatório de dados do Autopilot, que inclui estatísticas como 
média, mediana, mínimo, máximo e porcentagem de valores atípicos em seu conjunto de dados. 
A captura de tela também inclui um histograma mostrando a distribuição dos rótulos na coluna de 
destino. O histograma mostra os valores da coluna de destino no eixo horizontal e a contagem no 
eixo vertical. Uma caixa destaca a seção Porcentagem de valores atípicos da captura de tela para 
indicar onde essa estatística aparece.
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Várias estatísticas são mostradas em relação aos valores de destino e sua distribuição. Se algum 
dos valores atípicos, valores inválidos ou porcentagens ausentes for maior que zero, esses valores 
serão exibidos para que você possa investigar por que seus dados contêm valores de destino 
inutilizáveis. Alguns valores de destino inutilizáveis são destacados como um aviso de visão de 
gravidade baixa.

Na captura de tela a seguir, um símbolo ` foi adicionado acidentalmente à coluna de destino, o que 
impediu que o valor numérico do destino fosse analisado. Uma visão de gravidade baixa: aparece 
o aviso “Valores de destino inválidos”. O aviso neste exemplo indica que "0,14% dos rótulos na 
coluna de destino não puderam ser convertidos em valores numéricos. Os valores não numéricos 
mais comuns são: ["-3.8e-05", "-9-05", "-4.7e-05", "-1.4999999999999999e-05", "-4.3e-05"]. Isso 
geralmente indica que há problemas com a coleta ou o processamento de dados. O Amazon 
SageMaker Autopilot ignora todas as observações com uma etiqueta de destino inválida.”

O Autopilot também fornece um histograma mostrando a distribuição dos rótulos para classificação.

A captura de tela a seguir mostra um exemplo de estatísticas fornecidas para sua coluna de destino, 
incluindo o número de classes, valores ausentes ou não válidos. Um histograma com Rótulo de 
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destino no eixo horizontal e Frequência no eixo vertical mostra a distribuição de cada categoria de 
rótulo.

Note

Você pode encontrar definições de todos os termos apresentados nesta e em outras seções 
na seção Definições na parte inferior do caderno de relatórios.
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Exemplo de dados

O Autopilot apresenta uma amostra real de seus dados para ajudá-lo a identificar problemas com seu 
conjunto de dados. A tabela de amostra rola horizontalmente. Inspecione os dados da amostra para 
verificar se todas as colunas necessárias estão presentes no conjunto de dados.

O Autopilot também calcula uma medida do poder de predição, que pode ser usada para identificar 
uma relação linear ou não linear entre um recurso e a variável destino. Um valor de 0 indica que o 
recurso não tem valor preditivo na previsão da variável destino. Um valor de 1 indica o maior poder 
preditivo para a variável destino. Para obter mais informações sobre poder preditivo, consulte a 
seção Definições.

Note

Não é recomendável usar o poder de predição como substituto da importância do recurso. 
Use-o somente se tiver certeza de que o poder de predição é uma medida apropriada para 
seu caso de uso.

A captura de tela a seguir mostra um exemplo de amostra de dados. A linha superior contém o 
poder de predição de cada coluna em seu conjunto de dados. A segunda linha contém o tipo de 
dados de coluna. As linhas subsequentes contêm os rótulos. As colunas contêm a coluna de destino 
seguida por cada coluna de recurso. Cada coluna de recurso tem um poder de predição associado, 
destacado nesta captura de tela, com uma caixa. Neste exemplo, a coluna que contém o recurso
x51 tem um poder preditivo de 0.68 para a variável y de destino. O recurso x55 é um pouco menos 
preditivo com um poder de previsão de 0.59.
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Linhas duplicadas

Se houver linhas duplicadas no conjunto de dados, o Amazon SageMaker Autopilot exibirá uma 
amostra delas.

Note

Não é recomendável balancear um conjunto de dados aumentando a amostragem antes de 
fornecê-lo ao Autopilot. Isso pode resultar em pontuações de validação imprecisas para os 
modelos treinados pelo Autopilot, e os modelos produzidos podem ficar inutilizáveis.

Correlações entre colunas

O Autopilot usa o coeficiente de correlação de Pearson, uma medida de correlação linear entre dois 
recursos, para preencher uma matriz de correlação. Na matriz de correlação, os recursos numéricos 
são plotadas nos eixos horizontal e vertical, com o coeficiente de correlação de Pearson traçado em 
suas interseções. Quanto maior a correlação entre dois recursos, maior o coeficiente, com um valor 
máximo de |1|.

• Um valor de -1 indica que os recursos estão perfeitamente correlacionados negativamente.
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• Um valor de 1, que ocorre quando um recurso está correlacionado consigo mesmo, indica uma 
correlação positiva perfeita.

Você pode usar as informações na matriz de correlação para remover recursos altamente 
correlacionados. Um número menor de recursos reduz as chances de sobreajuste de um modelo 
e pode reduzir os custos de produção de duas maneiras. Isso diminui o tempo de execução do 
Autopilot necessário e, para alguns aplicativos, pode tornar os procedimentos de coleta de dados 
mais baratos.

A captura de tela a seguir mostra um exemplo de uma matriz de correlação entre os recursos de 7. 
Cada recurso é exibido em uma matriz nos eixos horizontal e vertical. O coeficiente de correlação de 
Pearson é exibido na interseção entre dois recursos. Cada interseção de recursos tem um tom de 
cor associado a ela. Quanto maior a correlação, mais escuro é o tom. Os tons mais escuros ocupam 
a diagonal da matriz, onde cada recurso está correlacionado consigo mesmo, representando uma 
correlação perfeita.
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Linhas anômalas

O Amazon SageMaker Autopilot detecta quais linhas em seu conjunto de dados podem ser 
anômalas. Em seguida, atribui uma pontuação de anomalia a cada linha. As linhas com pontuações 
negativas de anomalia são consideradas anômalas.

A captura de tela a seguir mostra a saída de uma análise do Autopilot para linhas contendo 
anomalias. Uma coluna contendo uma pontuação anômala aparece ao lado das colunas do conjunto 
de dados de cada linha.
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Valores ausentes, cardinalidade e estatística descritiva

O Amazon SageMaker Autopilot examina e relata as propriedades das colunas individuais do seu 
conjunto de dados. Em cada seção do relatório de dados que apresenta essa análise, o conteúdo 
é organizado em ordem. Isso é para que você possa verificar primeiro os valores mais “suspeitos”. 
Usando essas estatísticas, você pode melhorar o conteúdo de colunas individuais e melhorar a 
qualidade do modelo produzido pelo Autopilot.

O Autopilot calcula várias estatísticas sobre os valores categóricos nas colunas que os contêm. Isso 
inclui o número de entradas exclusivas e, para texto, o número de palavras exclusivas.

O Autopilot calcula várias estatísticas padrão sobre os valores numéricos nas colunas que os 
contêm. A imagem a seguir mostra essas estatísticas, incluindo a média, a mediana, os valores 
mínimo e máximo e as porcentagens dos tipos numéricos e dos valores discrepantes.
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Caderno de definição de candidato

O caderno de definição de candidatos contém cada etapa de pré-processamento sugerida, o 
algoritmo e os intervalos de hiperparâmetros.

Você pode escolher qual candidato treinar e ajustar de duas maneiras. A primeira, executando 
seções do caderno. A segunda, executando o caderno inteiro para otimizar todos os candidatos e 
identificar o melhor candidato. Se você executar o caderno inteiro, somente o melhor candidato será 
exibido após a conclusão do trabalho.

Para executar o Autopilot a partir do SageMaker Studio Classic, abra o caderno de definição do 
candidato seguindo estas etapas:

1. Escolha o ícone Início no painel

de navegação esquerdo para ver o menu de navegação de nível superior do Amazon 
SageMaker Studio Classic.

2. Selecione o cartão AutoML na área de trabalho principal. Isso abre uma nova guia do Autopilot.

3. Na seção Nome, selecione o trabalho do Autopilot que possui o caderno de exploração de 
dados que você deseja examinar. Isso abre uma nova guia de trabalhos do Autopilot.
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4. Escolha Abrir caderno de geração de candidatos na seção superior direita da guia de tarefas 
do Autopilot. Isso abre uma nova prévia somente para leitura do Amazon SageMaker Autopilot 
Candidate Definition Notebook.

Para executar o caderno de definição de candidato, siga estas etapas:

1. Escolha Importar caderno no canto superior direito da guia Amazon SageMaker Autopilot 
Candidate Definition Notebook. Isso abre uma guia para configurar um novo ambiente de 
caderno para executar o caderno.

2. Selecione uma SageMaker imagem existente ou use uma imagem personalizada.

3. Selecione um kernel, um tipo de instância e um script de inicialização opcional.

Agora você pode executar o caderno nesse novo ambiente.

Configurar a saída de inferência em contêineres gerados

O piloto automático gera uma lista ContainerDefinition ordenada. Isso pode ser usado para 
criar um modelo a ser implantado em um pipeline de machine learning. Esse modelo pode ser usado 
para hospedagem e inferência on-line.

Os clientes podem listar as definições de contêiner de inferência com a API
ListCandidateForAutoMLJob. A lista de definições de contêiner de inferência que representam o 
melhor candidato também está disponível na resposta DescribeAutoMLJob.

Definições de contêiner de inferência para tipos de problemas de regressão e classificação

O piloto automático gera contêineres de inferência específicos para o modo de treinamento e o tipo 
de problema do trabalho.

Definições de contêiner para o modo de otimização de hiperparâmetros (HPO)

• Regressão: o HPO gera dois contêineres:

1. Um contêiner de engenharia de atributos que transforma os atributos originais em atributos nos 
quais os algoritmos de regressão podem treinar.

2. Um contêiner de algoritmo que transforma atributos e gera uma pontuação de regressão para o 
conjunto de dados.

• Classificação: O HPO gera três contêineres:
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1. Um contêiner de engenharia de atributos que transforma os atributos originais em atributos nos 
quais os algoritmos de classificação podem treinar.

2. Um contêiner de algoritmo que gera o predicted_label com a maior probabilidade. Esse 
contêiner também pode produzir as várias probabilidades associadas aos resultados da 
classificação na resposta de inferência.

3. Um contêiner de engenharia de atributos que realiza o pós-processamento da previsão do 
algoritmo. Por exemplo, ele pode realizar uma transformação inversa na etiqueta prevista e 
alterá-la para a etiqueta original.

Definições de contêiner para o modo de agrupamento

No modo de agrupamento, os tipos de problemas de regressão e classificação têm apenas um 
contêiner de inferência. Esse contêiner de inferência transforma os atributos e gera as previsões com 
base no tipo de problema.

Respostas de inferência por tipo de problema

Respostas de inferência para modelos de classificação

Para contêineres de inferência de classificação, você pode selecionar o conteúdo da resposta de 
inferência usando quatro chaves predefinidas:

• predicted_label: O rótulo com a maior probabilidade de prever o rótulo correto, conforme 
determinado pelo piloto automático.

• probability:

• Modelos HPO: a probabilidade da True classe para classificação binária. A probabilidade de
predicted_label para a classificação multiclasse.

• Modelos de conjunto: a probabilidade de predicted_label para a classificação binária e 
multiclasse.

• probabilities: A lista de probabilidades para todas as classes correspondentes.

• labels: A lista de todos os rótulos.

Por exemplo, para um problema de classificação binária, se você passar as chaves de resposta de 
inferência ['predicted_label', 'probability', 'probabilities', 'labels'] e a 
resposta de saída aparecer como [1, 0.1, "[0.9, 0.1]", "['1', '0']"], interprete-a da 
seguinte forma:
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1. predicted_label é igual a 1 porque o rótulo "1" tem uma probabilidade maior (0.9 neste 
caso).

2. Para modelos HPO, é probability igual a 0.1 qual é a probabilidade do positive_class (0
neste caso) selecionado pelo piloto automático.

Para modelos de conjunto, é probability igual a 0.9 qual é a probabilidade do
predicted_label.

3. probabilities lista o probability de cada etiqueta em labels.

4. labels são os rótulos exclusivos no conjunto de dados, em que o segundo rótulo (“0” nesse 
caso) é o positive_class selecionado pelo Autopilot.

Por padrão, os contêineres de inferência são configurados para gerar somente o
predicted_label. Para selecionar conteúdo adicional de inferência, você pode atualizar o
inference_response_keys parâmetro para incluir até essas três variáveis de ambiente:

• SAGEMAKER_INFERENCE_SUPPORTED: isso é configurado para fornecer dicas sobre o conteúdo 
que cada contêiner suporta.

• SAGEMAKER_INFERENCE_INPUT: isso deve ser definido para as chaves que o contêiner espera 
na carga útil de entrada.

• SAGEMAKER_INFERENCE_OUTPUT: deve ser preenchido com o conjunto de chaves que o 
contêiner gera.

Respostas de inferência para modelos de classificação no modo HPO

Esta seção mostra como configurar a resposta de inferência de modelos de classificação usando o 
modo de otimização de hiperparâmetros (HPO).

Para escolher o conteúdo da resposta de inferência no modo HPO: adicione as
SAGEMAKER_INFERENCE_INPUT variáveis SAGEMAKER_INFERENCE_OUTPUT e ao segundo e 
terceiro contêineres que são gerados no modo HPO para problemas de classificação.

As chaves suportadas pelo segundo contêiner (algoritmo) são predicted_label, 
probability e probabilities. Observe que labels isso não foi adicionado deliberadamente
SAGEMAKER_INFERENCE_SUPPORTED.
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As chaves suportadas pelo terceiro contêiner do modelo de classificação são predicted_label,
labels, probability e probabilities. Portanto, o SAGEMAKER_INFERENCE_SUPPORTED
ambiente inclui os nomes dessas chaves.

O exemplo de código a seguir atualiza a definição dos contêineres de inferência para receber
predicted_label e probability.

containers[1]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label, 
 probability'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_INPUT': 'predicted_label, 
 probability'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label, 
 probability'})

O exemplo de código a seguir atualiza a definição dos contêineres de inferência para receber
predicted_label, probabilities e labels. Não passe o labels para o segundo contêiner (o 
contêiner do algoritmo), pois ele é gerado pelo terceiro contêiner de forma independente.

containers[1]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 
 'predicted_label,probabilities'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_INPUT': 
 'predicted_label,probabilities'})
containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label, 
 probabilities,labels'})

As seções dobráveis a seguir fornecem exemplos de código para AWS SDK for Python (Boto3) e 
para o SageMaker SDK para Python. Cada seção mostra como selecionar o conteúdo das respostas 
de inferência no modo HPO para o respectivo exemplo de código.

AWS SDK for Python (Boto3)

import boto3

sm_client = boto3.client('sagemaker', region_name='<Region>')

role = '<IAM role>'
input_data = '<S3 input uri>'
output_path = '<S3 output uri>'

best_candidate = sm_client.describe_auto_ml_job(AutoMLJobName='<AutoML Job Name>')
['BestCandidate']
best_candidate_containers = best_candidate['InferenceContainers']
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best_candidate_name = best_candidate['CandidateName']

best_candidate_containers[1]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 
 'predicted_label, probability'})
best_candidate_containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_INPUT': 
 'predicted_label, probability'})
best_candidate_containers[2]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 
 'predicted_label, probability'})

# create model
reponse = sm_client.create_model( 
    ModelName = '<Model Name>', 
    ExecutionRoleArn = role, 
    Containers = best_candidate_containers
)

# Lauch Transform Job
response = sm_client.create_transform_job( 
    TransformJobName='<Transform Job Name>', 
    ModelName='<Model Name>', 
    TransformInput={ 
        'DataSource': { 
            'S3DataSource': { 
                'S3DataType': 'S3Prefix', 
                'S3Uri': input_data
            } 
        }, 
        'ContentType': "text/CSV", 
        'SplitType': 'Line' 
    }, 
    TransformOutput={ 
        'S3OutputPath': output_path, 
        'AssembleWith': 'Line', 
    }, 
    TransformResources={ 
        'InstanceType': 'ml.m4.xlarge', 
        'InstanceCount': 1, 
    },
)

SageMaker SDK para Python

from sagemaker import AutoML
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aml = AutoML.attach(auto_ml_job_name='<AutoML Job Name>')
aml_best_model = aml.create_model(name='<Model Name>', 
                                  candidate=None,
                                  inference_response_keys**=['probabilities', 
 'labels'])

aml_transformer = aml_best_model.transformer(accept='text/csv', 
                                            assemble_with='Line', 
                                            instance_type='ml.m5.xlarge', 
                                            instance_count=1,)

aml_transformer.transform('<S3 input uri>', 
                          content_type='text/csv', 
                          split_type='Line', 
                          job_name='<Transform Job Name>', 
                          wait=True)

Respostas de inferência para modelos de classificação no modo de agrupamento

Esta seção mostra como configurar a resposta de inferência de modelos de classificação usando o 
modo de agrupamento.

No modo de agrupamento, para escolher o conteúdo da resposta de inferência, atualize a variável de 
ambiente SAGEMAKER_INFERENCE_OUTPUT.

As chaves suportadas pelo contêiner do modelo de classificação são predicted_label,
labels, probability e probabilities. Essas chaves estão incluídas no
SAGEMAKER_INFERENCE_SUPPORTED ambiente.

Consulte o exemplo de código a seguir para atualizar a definição dos contêineres de inferência para 
receber predicted_label e probability.

containers[0]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 'predicted_label, 
 probability'})

A seção flexível a seguir fornece um exemplo de código para selecionar o conteúdo das respostas de 
inferência no modo de agrupamento. O exemplo usa AWS SDK for Python (Boto3).

AWS SDK for Python (Boto3)

import boto3
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sm_client = boto3.client('sagemaker', region_name='<Region>')

role = '<IAM role>'
input_data = '<S3 input uri>'
output_path = '<S3 output uri>'  

best_candidate = sm_client.describe_auto_ml_job(AutoMLJobName='<AutoML Job Name>')
['BestCandidate']
best_candidate_containers = best_candidate['InferenceContainers']
best_candidate_name = best_candidate['CandidateName']

*best_candidate_containers[0]['Environment'].update({'SAGEMAKER_INFERENCE_OUTPUT': 
 'predicted_label, probability'})
*
# create model
reponse = sm_client.create_model( 
    ModelName = '<Model Name>', 
    ExecutionRoleArn = role, 
    Containers = best_candidate_containers
)

# Lauch Transform Job
response = sm_client.create_transform_job( 
    TransformJobName='<Transform Job Name>', 
    ModelName='<Model Name>', 
    TransformInput={ 
        'DataSource': { 
            'S3DataSource': { 
                'S3DataType': 'S3Prefix', 
                'S3Uri': input_data 
            } 
        }, 
        'ContentType': "text/CSV", 
        'SplitType': 'Line' 
    }, 
    TransformOutput={ 
        'S3OutputPath': output_path, 
        'AssembleWith': 'Line', 
    }, 
    TransformResources={ 
        'InstanceType': 'ml.m4.xlarge', 
        'InstanceCount': 1, 
    },
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)

A seção flexível a seguir fornece um exemplo de código idêntico ao exemplo do SageMaker SDK 
para Python para HPO. Está incluído para sua conveniência.

SageMaker SDK para Python

O exemplo de código HPO a seguir usa o SageMaker SDK para Python.

from sagemaker import AutoML

aml = AutoML.attach(auto_ml_job_name='<AutoML Job Name>')
aml_best_model = aml.create_model(name='<Model Name>', 
                                  candidate=None, 
                                  *inference_response_keys**=['probabilities', 
 'labels'])*

aml_transformer = aml_best_model.transformer(accept='text/csv', 
                                            assemble_with='Line', 
                                            instance_type='ml.m5.xlarge', 
                                            instance_count=1,)

aml_transformer.transform('<S3 input uri>', 
                          content_type='text/csv', 
                          split_type='Line', 
                          job_name='<Transform Job Name>', 
                          wait=True)

Tutoriais e cadernos de exemplos

Exemplos de cadernos, vídeos tutoriais e orientações para começar a usar o Amazon Autopilot. 
SageMaker

Tópicos

• Exemplos de notebooks: explore a modelagem com o Amazon Autopilot SageMaker

• Vídeos: Usar o Autopilot para automatizar e explorar o processo de machine learning

• Tutoriais: Comece a usar o Amazon Autopilot SageMaker

Exemplos de notebooks: explore a modelagem com o Amazon Autopilot SageMaker

O Amazon SageMaker Autopilot fornece os seguintes exemplos de notebooks.
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• Marketing direto com o Amazon SageMaker Autopilot: este notebook demonstra como usa o
conjunto de dados de marketing bancário para prever se um cliente se inscreverá para receber um 
depósito a prazo em um banco. Você pode usar o Autopilot nesse conjunto de dados para obter 
o pipeline de ML mais preciso, explorando as opções contidas em vários pipelines candidatos. O 
Autopilot gera cada candidato em um procedimento de duas etapas. A primeira etapa executa a 
engenharia automatizada de recursos no conjunto de dados. A segunda etapa treina e ajusta um 
algoritmo para produzir um modelo. O caderno contém instruções sobre como treinar o modelo e 
como implantar o modelo para realizar inferência em lote usando o melhor candidato.

• Previsão de rotatividade de clientes com o Amazon SageMaker Autopilot: este notebook descreve 
o uso do aprendizado de máquina para a identificação automática de clientes insatisfeitos, também 
conhecida como previsão de rotatividade de clientes. O exemplo mostra como analisar um 
conjunto de dados disponível publicamente e executar nele a engenharia de atributos. Depois, ele 
mostra como ajustar um modelo selecionando o pipeline de melhor desempenho juntamente com 
os hiperparâmetros ideais para o algoritmo de treinamento. Finalmente, ele mostra como implantar 
o modelo em um endpoint hospedado e como avaliar suas previsões com o Ground Truth. No 
entanto, os modelos de ML raramente fornecem previsões perfeitas. É por isso que este caderno 
também mostra como incorporar os custos relativos de erros de previsão ao determinar o resultado 
financeiro do uso de ML.

• Previsão de rotatividade de clientes dos principais candidatos com o Amazon SageMaker Autopilot 
e o Batch Transform (Python SDK): este caderno também descreve o uso do aprendizado de 
máquina para a identificação automática de clientes insatisfeitos, também conhecida como 
previsão de rotatividade de clientes. Este caderno demonstra como configurar o modelo para obter 
a probabilidade de inferência, selecionar os principais modelos N e fazer a Transformação do 
Processamento em Lote em um conjunto de testes para avaliação.

Note

Esse notebook funciona com o SageMaker Python SDK >= 1.65.1 lançado em 19/06/2020.

• Trazendo seu próprio código de processamento de dados para o Amazon SageMaker Autopilot: 
este notebook demonstra como incorporar e implantar código de processamento de dados 
personalizado ao usar o Amazon SageMaker Autopilot. Ele adiciona uma etapa personalizada de 
seleção de recursos para remover variáveis irrelevantes de um trabalho do Autopilot. Em seguida, 
mostra como implantar o código de processo personalizado e os modelos gerados pelo Autopilot 
em um endpoint em tempo real e, alternativamente, para processamento em lote.
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Vídeos: Usar o Autopilot para automatizar e explorar o processo de machine learning

Aqui está uma série de vídeos que fornece um tour pelos recursos do Amazon SageMaker Autopilot 
usando o Studio Classic. Eles mostram como iniciar um trabalho de AutoML, analisar e pré-processar 
dados, como fazer a engenharia dos recursos e a otimização de hiperparâmetros em modelos 
candidatos e como visualizar e comparar as métricas do modelo resultante.

Tópicos

• Comece um trabalho do AutoML com o Amazon Autopilot SageMaker

• Analise a exploração de dados e a engenharia de recursos automatizados no Autopilot.

• Ajustar modelos para otimizar o desempenho

• Escolher e implantar o melhor modelo

• Tutorial do Amazon SageMaker Autopilot

Comece um trabalho do AutoML com o Amazon Autopilot SageMaker

Este vídeo mostra como iniciar um trabalho de AutoML com o Autopilot. (Duração: 8:41)

Amazon SageMaker Studio — AutoML com Amazon SageMaker Autopilot (parte 1)

Analise a exploração de dados e a engenharia de recursos automatizados no Autopilot.

Este vídeo mostra como analisar os cadernos de exploração de dados e definição de candidatos 
gerados pelo Amazon SageMaker Autopilot. (Duração: 10:04)

Amazon SageMaker Studio — AutoML com Amazon SageMaker Autopilot (parte 2)

Ajustar modelos para otimizar o desempenho

Este vídeo mostra como otimizar o desempenho do modelo durante o treinamento usando o ajuste 
de hiperparâmetros. (Duração: 4:59)

SageMaker Studio - AutoML com Amazon SageMaker Autopilot (parte 3)

Escolher e implantar o melhor modelo

Este vídeo mostra como usar métricas de trabalho para escolher o melhor modelo e como implantá-
lo. (Duração: 5:20)

SageMaker Studio - AutoML com Amazon SageMaker Autopilot (parte 4)

Crie um trabalho de regressão ou classificação usando a API AutoML 163

https://www.youtube.com/embed/qMEtqJPhqpA
https://www.youtube.com/embed/WsfRAeGzgm8
https://www.youtube.com/embed/KZSTsWrDGXs
https://www.youtube.com/embed/vRHyX3kDstI


Amazon SageMaker Guia do Desenvolvedor

Tutorial do Amazon SageMaker Autopilot

Este vídeo mostra uma demonstração completa em que primeiro criamos automaticamente um 
modelo de classificação binária com o Amazon SageMaker Autopilot. Vemos como os modelos 
candidatos foram criados e otimizados usando blocos de anotações gerados automaticamente. 
Também analisamos os melhores candidatos com o Amazon SageMaker Experiments. Por fim, 
implantamos o melhor candidato (com base no XGBoost) e configuramos a captura de dados com o 
SageMaker Model Monitor.

Demonstração de ponta a ponta com o AutoML ativado SageMaker

Tutoriais: Comece a usar o Amazon Autopilot SageMaker

Tutoriais iniciais do Autopilot demonstram como criar um modelo de machine learning 
automaticamente sem precisar escrever código. Eles mostram como o Autopilot simplifica a 
experiência de machine learning ajudando você a explorar os seus dados e testar diferentes 
algoritmos. O Autopilot compila o melhor modelo de machine learning para o tipo de problema 
usando os recursos do AutoML, permitindo total controle e visibilidade.

• Crie um modelo de machine learning automaticamente com o Autopilot: você assume a função 
de um desenvolvedor trabalhando em um serviços bancários neste tutorial. Solicitaram que você 
desenvolva um modelo de machine learning para prever se um cliente irá se inscrever em um 
certificado de depósito (CD). Este é um problema de classificação binária. O modelo é treinado no 
conjunto de dados de marketing que contém informações sobre a demografia do cliente, respostas 
a eventos de marketing e fatores externos.

Crie uma tarefa AutoML para classificação de imagens usando a API

As instruções a seguir mostram como criar um trabalho do Amazon SageMaker Autopilot como um 
experimento piloto para tipos de problemas de classificação de imagens usando o SageMaker API 
Reference.

Note

Tarefas como classificação de texto e imagem, previsão de séries temporais e ajuste fino 
de grandes modelos de linguagem estão disponíveis exclusivamente por meio da versão 
2 da API Autopilot. Para usuários do Python, recomendamos usar o, AWS SDK for Python 
(Boto3)pois o SDK do Amazon SageMaker Python não é compatível atualmente com a API 
Autopilot versão 2.
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Os usuários que preferem a conveniência de uma interface de usuário podem usar o
Amazon SageMaker Canvas para acessar modelos pré-treinados e modelos básicos de 
IA generativos, ou criar modelos personalizados para textos específicos, classificação de 
imagens, necessidades de previsão ou IA generativa.

Você pode criar um experimento de classificação de imagens do Autopilot programaticamente 
chamando a ação da CreateAutoMLJobV2API em qualquer idioma suportado pelo Amazon 
SageMaker Autopilot ou pelo. AWS CLI

Para obter informações sobre como essa ação da API se traduz em uma função no idioma de sua 
escolha, consulte a seção Ver também de CreateAutoMLJobV2 e escolha um SDK. Por exemplo, 
para usuários do Python, veja a sintaxe completa da solicitação de create_auto_ml_job_v2 em 
AWS SDK for Python (Boto3).

Veja a seguir uma coleção de parâmetros da solicitação de entrada obrigatórios e opcionais para a 
ação da API CreateAutoMLJobV2 usada na classificação de imagens.

Parâmetros necessários

Quando chamar CreateAutoMLJobV2, para criar um experimento de Autopilot para classificação 
de imagens, forneça os seguintes valores:

• Um AutoMLJobName para especificar o nome do seu trabalho.

• Pelo menos uma AutoMLJobChannel in AutoMLJobInputDataConfig para especificar sua 
fonte de dados.

• Um AutoMLProblemTypeConfig do tipo ImageClassificationJobConfig.

• Um OutputDataConfig para especificar o caminho de saída do Amazon S3 para armazenar os 
artefatos do seu trabalho do AutoML.

• Um RoleArn para especificar o ARN da função usada para acessar seus dados.

Todos os outros parâmetros são opcionais.

Parâmetros opcionais

As seções a seguir fornecem detalhes de alguns parâmetros opcionais que você pode passar para o 
seu trabalho AutoML de classificação de imagens.
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Como especificar os conjuntos de dados de treinamento e validação de um trabalho do AutoML

Você pode fornecer seu próprio conjunto de dados da validação e taxa de divisão de dados 
personalizada, ou deixar o Autopilot dividir o conjunto de dados automaticamente.

Cada AutoMLJobChannelobjeto (consulte o parâmetro obrigatório AutoML JobInputDataConfig) 
tem umChannelType, que pode ser definido como um training ou validation valores que 
especificam como os dados devem ser usados ao criar um modelo de aprendizado de máquina.

Pelo menos uma fonte de dados deve ser fornecida e no máximo duas fontes de dados são 
permitidas: uma para dados de treinamento e outra para dados de validação. A forma como você 
divide os dados em conjuntos de dados de treinamento e validação depende de você ter uma ou 
duas fontes de dados.

A forma como você divide os dados em conjuntos de dados de treinamento e validação depende de 
você ter uma ou duas fontes de dados.

• Se você tiver apenas uma fonte de dados, a ChannelType será definida como training por 
padrão e deverá ter esse valor.

• Se o valor ValidationFraction em AutoMLDataSplitConfig não estiver definido, 0,2 
(20%) dos dados dessa fonte serão usados para a validação por padrão.

• Se ValidationFraction for definido como um valor entre 0 e 1, o conjunto de dados será 
dividido com base no valor especificado, em que o valor especifica a fração do conjunto de 
dados usada para validação.

• Se você tiver duas fontes de dados, a ChannelType de um dos objetos AutoMLJobChannel
deverá ser definida como training, o valor padrão. A ChannelType da outra fonte de 
dados deve ser definida como validation. As duas fontes de dados devem ter o mesmo 
formato, CSV ou Parquet, e o mesmo esquema. Nesse caso, você não deve definir o valor em
ValidationFraction porque todos os dados de cada fonte são usados para treinamento ou 
validação. Definir esse valor causa um erro.

Como especificar a configuração automática de implantação do modelo para um trabalho do AutoML

Para habilitar a implantação automática para o melhor candidato a modelo de um trabalho do 
AutoML, inclua um ModelDeployConfig na solicitação de trabalho do AutoML. Isso permitirá 
a implantação do melhor modelo em um SageMaker endpoint. Abaixo estão as configurações 
disponíveis para personalização.
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• Para permitir que o Autopilot gere o nome do endpoint, AutoGenerateEndpointName defina 
como True.

• Para fornecer seu próprio nome para o endpoint, defina AutoGenerateEndpointName to
False and provide a name of your choice in EndpointName.

Formato de conjuntos de dados e métrica objetiva para classificação de imagens

Nesta seção, aprendemos sobre os formatos disponíveis para conjuntos de dados usados 
na classificação de imagens, bem como a métrica usada para avaliar a qualidade preditiva 
dos candidatos ao modelo de machine learning. As métricas calculadas para candidatos são 
especificadas usando uma variedade de MetricDatumtipos.

Formatos de conjuntos de dados

O piloto automático oferece suporte aos formatos de imagem .png, .jpg e .jpeg. Se seu conjunto de 
dados contiver todas as imagens .png use image/png, se contiver todas as imagens .jpg ou .jpeg 
use image/jpeg e se o seu conjunto de dados contiver uma combinação de formatos de imagem, 
use image/*.

Métrica objetiva

A lista a seguir contém os nomes das métricas atualmente disponíveis para medir o desempenho dos 
modelos de classificação de imagens.

Accuracy

A razão entre o número de itens classificados corretamente e o número total de itens 
classificados (correta e incorretamente). A precisão mede o quão próximos estão os valores de 
classe previstos dos valores reais. Os valores das métricas de precisão variam entre zero (0) e 
um (1). Um valor de 1 indica precisão perfeita e 0 indica imprecisão perfeita.

Implantação e previsão do modelo de Autopilot

Este guia do Autopilot inclui etapas para implantação do modelo e configuração da inferência em 
tempo real.

Depois de treinar seus modelos de Autopilot, você pode configurar um endpoint e obter previsões de 
forma interativa.
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Inferência em tempo real

A inferência em tempo real é ideal para workloads de inferência em que você tem requisitos em 
tempo real, interativos e de baixa latência. Esta seção mostra como você pode usar a inferência em 
tempo real para obter previsões de forma interativa do seu modelo.

Você pode usar SageMaker APIs para implantar manualmente o modelo que produziu a melhor 
métrica de validação em um experimento de piloto automático da seguinte forma.

Como alternativa, você pode escolher a opção de implantação automática ao criar seu experimento 
de Autopilot. Para obter informações sobre como configurar a implantação automática de modelos, 
consulte ModelDeployConfig nos parâmetros de solicitação de CreateAutoMLJobV2. Isso cria 
um endpoint automaticamente.

Note

Para evitar cobranças desnecessárias, exclua endpoints e recursos desnecessários criados 
a partir da implantação do modelo. Para obter informações sobre preços de instâncias por 
região, consulte Amazon SageMaker Pricing.

1. Obtenha as definições do contêiner candidato

Obtenha as definições do contêiner candidato em InferenceContainers. Uma definição de 
contêiner para inferência se refere ao ambiente em contêineres projetado para implantar e 
executar seu SageMaker modelo treinado para fazer previsões.

O exemplo de AWS CLI comando a seguir usa a API DescribeAutoMLJobV2 para obter definições 
de candidatos para o melhor candidato a modelo.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name job-name --region region

2. Listar candidatos

O exemplo de AWS CLI comando a seguir usa a API ListCandidatesForAutoMLJob para listar 
todos os candidatos ao modelo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

3. Crie um SageMaker modelo
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Use as definições de contêiner das etapas anteriores e um candidato de sua escolha para criar 
um SageMaker modelo usando a CreateModelAPI. O comando AWS CLI a seguir é um exemplo.

aws sagemaker create-model --model-name '<your-candidate-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

4. Criar uma configuração de endpoint

O exemplo de AWS CLI comando a seguir usa a CreateEndpointConfigAPI para criar uma 
configuração de endpoint.

aws sagemaker create-endpoint-config --endpoint-config-name '<your-endpoint-config-
name>' \ 
                    --production-variants '<list-of-production-variants>' \ 
                    --region '<region>'

5. Criar o endpoint

O AWS CLI exemplo a seguir usa a CreateEndpointAPI para criar o endpoint.

aws sagemaker create-endpoint --endpoint-name '<your-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Verifique o progresso da implantação do seu endpoint usando a DescribeEndpointAPI. Veja o 
comando AWS CLI a seguir como exemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Depois das EndpointStatus alterações InService, o endpoint está pronto para ser usado 
para inferência em tempo real.

6. Invoque o endpoint

A estrutura de comando a seguir invoca o endpoint para inferência em tempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
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                  --region '<region>' --body '<your-data>' [--content-type] 
 '<content-type>' <outfile>

Relatório de explicabilidade

O Amazon SageMaker Autopilot fornece um relatório de explicabilidade para ajudar a explicar como 
o melhor candidato a modelo faz previsões para problemas de classificação de imagens. Esse 
relatório pode ajudar engenheiros de ML, gerentes de produto e outras partes interessadas internas 
a entender as características do modelo. Tanto os consumidores quanto os reguladores confiam 
na transparência de machine learning para confiar e interpretar as decisões tomadas com base 
nas previsões do modelo. Você pode usar essas explicações para auditar e atender aos requisitos 
regulatórios, estabelecer confiança no modelo, apoiar a tomada de decisões humanas e depurar e 
melhorar o desempenho do modelo.

A funcionalidade explicativa do Autopilot para classificação de imagens usa uma abordagem de 
mapa de ativação de classe visual (CAM) que produz um mapa de calor em que a distribuição 
e a intensidade de cada cor destacam as áreas de uma imagem que mais contribuem para uma 
previsão específica. Essa abordagem se baseia nos principais componentes derivados de uma 
implementação do Eigen-CAM.

O piloto automático gera o relatório de explicabilidade como um arquivo JSON. O relatório inclui 
detalhes da análise com base no conjunto de dados de validação. Cada imagem usada para gerar o 
relatório contém as seguintes informações:

• input_image_uri: o URI do Amazon S3 para a imagem de entrada tomada como entrada para 
o mapa de calor.

• heatmap_image_uri: o URI do Amazon S3 para a imagem do mapa de calor gerada pelo 
Autopilot.

• predicted_label: A classe de etiqueta prevista pelo melhor modelo treinado pelo Autopilot.

• probability: A confiança com que o predicted_label foi previsto.

Você pode encontrar o prefixo Amazon S3 para os artefatos de explicabilidade 
gerados para o melhor candidato na resposta a DescribeAutoMLJobV2 em
BestCandidate.CandidateProperties.CandidateArtifactLocations.Explainability.

Os exemplos a seguir ilustram a aparência dos mapas de calor em algumas amostras do Oxford-
IIIT Pet Dataset. A imagem do mapa de calor exibe gradientes de cores que indicam a importância 
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relativa dos diferentes atributos na imagem. A cor vermelha representa regiões com maior 
importância na previsão do “predicted_label” da imagem de entrada em comparação com os atributos 
representados pela cor azul.

Imagem de entrada Imagem do mapa de calor
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Relatório de desempenho do modelo

Um relatório de qualidade de SageMaker modelo da Amazon (também conhecido como relatório 
de desempenho) fornece insights e informações de qualidade para o melhor candidato a modelo 
gerado por um trabalho no AutoML. Isso inclui informações sobre os detalhes do trabalho, o tipo 
de problema do modelo, a função objetivo e várias métricas. Esta seção detalha o conteúdo de um 
relatório de desempenho para problemas de classificação de imagens e explica como acessar as 
métricas como dados brutos em um arquivo JSON.

Você pode encontrar o prefixo Amazon S3 para os artefatos do relatório de qualidade do 
modelo gerados para o melhor candidato na resposta a DescribeAutoMLJobV2 em
BestCandidate.CandidateProperties.CandidateArtifactLocations.ModelInsights.

O relatório de desempenho contém duas seções:

• A primeira seção contém detalhes sobre o trabalho do Autopilot que produziu o modelo.

• A segunda seção contém um relatório de qualidade do modelo com várias métricas de 
performance.

Detalhes do trabalho do Autopilot

Esta primeira seção do relatório fornece algumas informações gerais sobre o trabalho do Autopilot 
que produziu o modelo. Esses detalhes incluem as seguintes informações:

• Nome do candidato ao Autopilot: o nome do candidato do melhor modelo.

• Nome do trabalho do Autopilot: o nome do trabalho.

• Tipo de problema: o tipo de problema. No nosso caso, classificação de imagens.

• Métrica objetiva: a métrica objetiva usada para otimizar o desempenho do modelo. No nosso caso,
Precisão.

• Direção da otimização: indica se a métrica objetiva deve ser minimizada ou maximizada.

Relatório de qualidade do modelo

As informações de qualidade do modelo são geradas pelos insights de modelo do Autopilot. O 
conteúdo do relatório gerado depende do tipo de problema abordado. O relatório especifica o 
número de linhas que foram incluídas no conjunto de dados da avaliação e a hora em que a 
avaliação ocorreu.
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Tabelas de métricas

A primeira parte do relatório de qualidade do modelo contém tabelas de métricas. Eles são 
apropriados para o tipo de problema abordado pelo modelo.

A imagem a seguir é um exemplo de uma tabela de métricas gerada pelo Autopilot para um 
problema de classificação de imagens ou textos. Ele mostra o nome, o valor e o desvio padrão da 
métrica.

Informações gráficas de performance do modelo

A segunda parte do relatório de qualidade do modelo contém informações gráficas para ajudá-
lo a avaliar a performance do modelo. O conteúdo desta seção depende do tipo de problema 
selecionado.

Matriz de confusão

Uma matriz de confusão fornece uma maneira de visualizar a precisão das previsões feitas por um 
modelo para classificação binária e multiclasse para problemas diferentes.

Um resumo dos componentes do gráfico da taxa de falsos positivos (FPR) e da taxa de positivos 
verdadeiros (TPR) é definido da seguinte forma.

• Previsões corretas

• Positivo verdadeiro (TP): o valor previsto é 1 e o valor verdadeiro é 1.
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• Negativo verdadeiro (TN): o valor previsto é 0 e o valor verdadeiro é 0.

• Previsões incorretas

• Falso-positivo (FP): o valor previsto é 1, mas o valor verdadeiro é 0.

• Falso-negativo (FN): o valor previsto é 0, mas o valor verdadeiro é 1.

A matriz de confusão no relatório de qualidade do modelo contém o seguinte.

• O número e a porcentagem de previsões corretas e incorretas para os rótulos reais

• O número e a porcentagem de previsões precisas na diagonal do canto superior esquerdo ao 
canto inferior direito

• O número e a porcentagem de previsões imprecisas na diagonal do canto superior direito ao canto 
inferior esquerdo

As previsões incorretas em uma matriz de confusão são os valores de confusão.

O diagrama a seguir é um exemplo de matriz de confusão para um problema de classificação 
multiclasse. A matriz de confusão no relatório de qualidade do modelo contém o seguinte.

• O eixo vertical é dividido em três linhas contendo três rótulos reais diferentes.

• O eixo horizontal é dividido em três colunas contendo rótulos que foram previstos pelo modelo.

• A barra de cores atribui um tom mais escuro a um número maior de amostras para indicar 
visualmente o número de valores que foram classificados em cada categoria.

No exemplo abaixo, o modelo previu corretamente os valores reais de 354 para o rótulo f, 1094 
valores para o rótulo i e 852 valores para o rótulo m. A diferença de tom indica que o conjunto de 
dados não está balanceado porque há muito mais rótulos para o valor i do que para f ou m.
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A matriz de confusão no relatório de qualidade do modelo fornecido pode acomodar no máximo 15 
rótulos para tipos de problemas de classificação multiclasse. Se uma linha correspondente a um 
rótulo mostrar um valor Nan, isso significa que o conjunto de dados da validação usado para verificar 
as previsões do modelo não contém dados com esse rótulo.

Crie uma tarefa AutoML para classificação de texto usando a API

As instruções a seguir mostram como criar um trabalho do Amazon SageMaker Autopilot como 
um experimento piloto para tipos de problemas de classificação de texto usando o SageMaker API 
Reference.

Note

Tarefas como classificação de texto e imagem, previsão de séries temporais e ajuste fino 
de grandes modelos de linguagem estão disponíveis exclusivamente por meio da versão 
2 da API Autopilot. Para usuários do Python, recomendamos usar o, AWS SDK for Python 
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(Boto3)pois o SDK do Amazon SageMaker Python não é compatível atualmente com a API 
Autopilot versão 2.
Os usuários que preferem a conveniência de uma interface de usuário podem usar o
Amazon SageMaker Canvas para acessar modelos pré-treinados e modelos básicos de 
IA generativos, ou criar modelos personalizados para textos específicos, classificação de 
imagens, necessidades de previsão ou IA generativa.

Você pode criar um experimento de classificação de texto do Autopilot programaticamente chamando 
a ação da CreateAutoMLJobV2API em qualquer idioma suportado pelo Amazon SageMaker 
Autopilot ou pelo. AWS CLI

Para obter informações sobre como essa ação da API se traduz em uma função no idioma de sua 
escolha, consulte a seção Ver também de CreateAutoMLJobV2 e escolha um SDK. Por exemplo, 
para usuários do Python, veja a sintaxe completa da solicitação de create_auto_ml_job_v2 in 
AWS SDK for Python (Boto3).

Veja a seguir uma coleção de parâmetros de solicitação de entrada obrigatórios e opcionais para a 
ação da API CreateAutoMLJobV2 usada na classificação de texto.

Parâmetros necessários

Quando ligar para CreateAutoMLJobV2, a fim de criar um experimento de Autopilot para 
classificação de texto, forneça os seguintes valores:

• Um AutoMLJobName para especificar o nome do seu trabalho.

• Pelo menos uma AutoMLJobChannel in AutoMLJobInputDataConfig para especificar sua 
fonte de dados.

• Um AutoMLProblemTypeConfig do tipo TextClassificationJobConfig.

• Um OutputDataConfig para especificar o caminho de saída do Amazon S3 para armazenar os 
artefatos do seu trabalho do AutoML.

• Um RoleArn para especificar o ARN da função usada para acessar seus dados.

Todos os outros parâmetros são opcionais.
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Parâmetros opcionais

As seções a seguir fornecem detalhes de alguns parâmetros opcionais que você pode passar para o 
seu trabalho AutoML de classificação de texto.

Como especificar os conjuntos de dados de treinamento e validação de um trabalho do AutoML

Você pode fornecer seu próprio conjunto de dados da validação e taxa de divisão de dados 
personalizada, ou deixar o Autopilot dividir o conjunto de dados automaticamente.

Cada AutoMLJobChannelobjeto (consulte o parâmetro obrigatório AutoML JobInputDataConfig) 
tem umChannelType, que pode ser definido como um training ou validation valores que 
especificam como os dados devem ser usados ao criar um modelo de aprendizado de máquina.

Pelo menos uma fonte de dados deve ser fornecida e no máximo duas fontes de dados são 
permitidas: uma para dados de treinamento e outra para dados de validação. A forma como você 
divide os dados em conjuntos de dados de treinamento e validação depende de você ter uma ou 
duas fontes de dados.

A forma como você divide os dados em conjuntos de dados de treinamento e validação depende de 
você ter uma ou duas fontes de dados.

• Se você tiver apenas uma fonte de dados, a ChannelType será definida como training por 
padrão e deverá ter esse valor.

• Se o valor ValidationFraction em AutoMLDataSplitConfig não estiver definido, 0,2 
(20%) dos dados dessa fonte serão usados para a validação por padrão.

• Se ValidationFraction for definido como um valor entre 0 e 1, o conjunto de dados será 
dividido com base no valor especificado, em que o valor especifica a fração do conjunto de 
dados usada para validação.

• Se você tiver duas fontes de dados, a ChannelType de um dos objetos AutoMLJobChannel
deverá ser definida como training, o valor padrão. A ChannelType da outra fonte de 
dados deve ser definida como validation. As duas fontes de dados devem ter o mesmo 
formato, CSV ou Parquet, e o mesmo esquema. Nesse caso, você não deve definir o valor em
ValidationFraction porque todos os dados de cada fonte são usados para treinamento ou 
validação. Definir esse valor causa um erro.
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Como especificar a configuração automática de implantação do modelo para um trabalho do AutoML

Para habilitar a implantação automática para o melhor candidato a modelo de um trabalho do 
AutoML, inclua um ModelDeployConfig na solicitação de trabalho do AutoML. Isso permitirá 
a implantação do melhor modelo em um SageMaker endpoint. Abaixo estão as configurações 
disponíveis para personalização.

• Para permitir que o Autopilot gere o nome do endpoint, defina AutoGenerateEndpointName
como True.

• Para fornecer seu próprio nome para o endpoint, defina AutoGenerateEndpointName to
False and provide a name of your choice in EndpointName.

Formato de conjuntos de dados e métrica objetiva para classificação de texto

Nesta seção, aprendemos sobre os formatos disponíveis para conjuntos de dados usados na 
classificação de texto, bem como a métrica usada para avaliar a qualidade preditiva dos candidatos 
ao modelo de machine learning. As métricas calculadas para candidatos são especificadas usando 
uma variedade de MetricDatumtipos.

Formatos de conjuntos de dados

O Autopilot suporta dados tabulares formatados como arquivos CSV ou como arquivos Parquet. 
Para dados tabulares, cada coluna contém um atributo com um tipo de dados específico e 
cada linha contém uma observação. As propriedades desses dois formatos de arquivo diferem 
consideravelmente.

• CSV (comma-separated-values) é um formato de arquivo baseado em linhas que armazena dados 
em texto simples legível por humanos, o que é uma escolha popular para troca de dados, pois são 
suportados por uma ampla variedade de aplicativos.

• O Parquet é um formato de arquivo baseado em colunas em que os dados são armazenados e 
processados com mais eficiência do que os formatos de arquivo baseados em linhas. Isso os torna 
uma opção melhor para problemas de big data.

Os tipos de dados aceitos para colunas incluem texto numérico, categórico.

O Autopilot oferece suporte à criação de modelos de machine learning em grandes conjuntos de 
dados de até centenas de GBs. Para obter detalhes sobre os limites de recursos padrão para 

Crie um trabalho de classificação de texto usando a API AutoML 178

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJobV2.html#sagemaker-CreateAutoMLJobV2-request-ModelDeployConfig
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ModelDeployConfig.html#API_ModelDeployConfig_Contents
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ModelDeployConfig.html#API_ModelDeployConfig_Contents
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ModelDeployConfig.html#API_ModelDeployConfig_Contents
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_MetricDatum.html


Amazon SageMaker Guia do Desenvolvedor

conjuntos de dados de entrada e como aumentá-los, consulte as cotas do Amazon SageMaker 
Autopilot.

Métrica objetiva

A lista a seguir contém os nomes das métricas atualmente disponíveis para medir a performance dos 
modelos de classificação de texto.

Accuracy

A razão entre o número de itens classificados corretamente e o número total de itens 
classificados (correta e incorretamente). A precisão mede o quão próximos estão os valores de 
classe previstos dos valores reais. Os valores das métricas de precisão variam entre zero (0) e 
um (1). Um valor de 1 indica precisão perfeita e 0 indica imprecisão perfeita.

Implantação e previsão do modelo de Autopilot

Este guia do Autopilot inclui etapas para implantação do modelo e configuração da inferência em 
tempo real.

Depois de treinar seus modelos de Autopilot, você pode configurar um endpoint e obter previsões de 
forma interativa.

Inferência em tempo real

A inferência em tempo real é ideal para workloads de inferência em que você tem requisitos em 
tempo real, interativos e de baixa latência. Esta seção mostra como você pode usar a inferência em 
tempo real para obter previsões de forma interativa do seu modelo.

Você pode usar SageMaker APIs para implantar manualmente o modelo que produziu a melhor 
métrica de validação em um experimento de piloto automático da seguinte forma.

Como alternativa, você pode escolher a opção de implantação automática ao criar seu experimento 
de Autopilot. Para obter informações sobre como configurar a implantação automática de modelos, 
consulte ModelDeployConfig nos parâmetros de solicitação de CreateAutoMLJobV2. Isso cria 
um endpoint automaticamente.
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Note

Para evitar cobranças desnecessárias, exclua endpoints e recursos desnecessários criados 
a partir da implantação do modelo. Para obter informações sobre preços de instâncias por 
região, consulte Amazon SageMaker Pricing.

1. Obtenha as definições do contêiner candidato

Obtenha as definições do contêiner candidato em InferenceContainers. Uma definição de 
contêiner para inferência se refere ao ambiente em contêineres projetado para implantar e 
executar seu SageMaker modelo treinado para fazer previsões.

O exemplo de AWS CLI comando a seguir usa a API DescribeAutoMLJobV2 para obter definições 
de candidatos para o melhor candidato a modelo.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name job-name --region region

2. Listar candidatos

O exemplo de AWS CLI comando a seguir usa a API ListCandidatesForAutoMLJob para listar 
todos os candidatos ao modelo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

3. Crie um SageMaker modelo

Use as definições de contêiner das etapas anteriores e um candidato de sua escolha para criar 
um SageMaker modelo usando a CreateModelAPI. O comando AWS CLI a seguir é um exemplo.

aws sagemaker create-model --model-name '<your-candidate-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

4. Criar uma configuração de endpoint

O exemplo de AWS CLI comando a seguir usa a CreateEndpointConfigAPI para criar uma 
configuração de endpoint.
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aws sagemaker create-endpoint-config --endpoint-config-name '<your-endpoint-config-
name>' \ 
                    --production-variants '<list-of-production-variants>' \ 
                    --region '<region>'

5. Criar o endpoint

O AWS CLI exemplo a seguir usa a CreateEndpointAPI para criar o endpoint.

aws sagemaker create-endpoint --endpoint-name '<your-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Verifique o progresso da implantação do seu endpoint usando a DescribeEndpointAPI. Veja o 
comando AWS CLI a seguir como exemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Depois das EndpointStatus alterações InService, o endpoint está pronto para ser usado 
para inferência em tempo real.

6. Invoque o endpoint

A estrutura de comando a seguir invoca o endpoint para inferência em tempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
                  --region '<region>' --body '<your-data>' [--content-type] 
 '<content-type>' <outfile>

Relatório de explicabilidade

O Amazon SageMaker Autopilot fornece um relatório de explicabilidade para ajudar a explicar 
como o melhor candidato a modelo faz previsões para problemas de classificação de texto. Esse 
relatório pode ajudar engenheiros de ML, gerentes de produto e outras partes interessadas internas 
a entender as características do modelo. Tanto os consumidores quanto os reguladores confiam 
na transparência de machine learning para confiar e interpretar as decisões tomadas com base 
nas previsões do modelo. Você pode usar essas explicações para auditar e atender aos requisitos 
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regulatórios, estabelecer confiança no modelo, apoiar a tomada de decisões humanas e depurar e 
melhorar a performance do modelo.

A funcionalidade explicativa do Autopilot para classificação de texto usa o método de atribuição 
axiomática Integrated Gradients. Essa abordagem se baseia em uma implementação de Atribuição 
Axiomática para Rede Profunda.

O Autopilot gera o relatório de explicabilidade como um arquivo JSON. O relatório inclui detalhes da 
análise com base no conjunto de dados da validação. Cada amostra usada para gerar o relatório 
contém as seguintes informações:

• text: O conteúdo do texto de entrada explicado.

• token_scores: A lista de pontuações para cada token no texto.

• • attribution: A pontuação que mostra a importância do token.

• description.partial_text: a substring parcial que representa o token.

• predicted_label: A classe de rótulo prevista pelo melhor candidato a modelo.

• probability: A confiança com que o predicted_label foi previsto.

Você pode encontrar o prefixo Amazon S3 para os artefatos de explicabilidade 
gerados para o melhor candidato na resposta a DescribeAutoMLJobV2 em
BestCandidate.CandidateProperties.CandidateArtifactLocations.Explainability.

Veja a seguir um exemplo de conteúdo de análise que você pode encontrar nos artefatos de 
explicabilidade.

{ 
    "text": "It was a fantastic movie!", 
    "predicted_label": 2, 
    "probability": 0.9984835, 
    "token_scores": [ 
        { 
            "attribution": 0, 
            "description": { 
                "partial_text": "It" 
            } 
        }, 
        { 
            "attribution": -0.022447118861679088, 
            "description": { 
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                "partial_text": "was" 
            } 
        }, 
        { 
            "attribution": -0.2164326456817965, 
            "description": { 
                "partial_text": "a" 
            } 
        }, 
        { 
            "attribution": 0.675, 
            "description": { 
                "partial_text": "fantastic" 
            } 
        }, 
        { 
            "attribution": 0.416, 
            "description": { 
                "partial_text": "movie!" 
            } 
        } 
    ]
}

Neste exemplo do relatório JSON, a funcionalidade explicativa avalia o texto It was a fantastic 
movie! e pontua a contribuição de cada um de seus tokens para o rótulo geral previsto. O rótulo 
previsto é 2, que é um forte sentimento positivo, com uma probabilidade de 99,85%. Em seguida, a 
amostra JSON detalha a contribuição de cada token individual para essa previsão. Por exemplo, o 
token fantastic tem uma atribuição mais forte do que o token was. É o token que mais contribuiu 
para a previsão final.

Relatório de performance do modelo

Um relatório de qualidade de SageMaker modelo da Amazon (também conhecido como relatório 
de desempenho) fornece insights e informações de qualidade para o melhor candidato a modelo 
gerado por um trabalho no AutoML. Isso inclui informações sobre os detalhes do trabalho, o tipo 
de problema do modelo, a função objetivo e várias métricas. Esta seção detalha o conteúdo de 
um relatório de desempenho para problemas de classificação de texto e explica como acessar as 
métricas como dados brutos em um arquivo JSON.
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Você pode encontrar o prefixo Amazon S3 para os artefatos do relatório de qualidade do 
modelo gerados para o melhor candidato na resposta a DescribeAutoMLJobV2 em
BestCandidate.CandidateProperties.CandidateArtifactLocations.ModelInsights.

O relatório de desempenho contém duas seções:

• A primeira seção contém detalhes sobre o trabalho do Autopilot que produziu o modelo.

• A segunda seção contém um relatório de qualidade do modelo com várias métricas de 
performance.

Detalhes do trabalho do Autopilot

Esta primeira seção do relatório fornece algumas informações gerais sobre o trabalho do Autopilot 
que produziu o modelo. Esses detalhes incluem as seguintes informações:

• Nome do candidato ao Autopilot: o nome do candidato do melhor modelo.

• Nome do trabalho do Autopilot: o nome do trabalho.

• Tipo de problema: o tipo de problema. No nosso caso, classificação de texto.

• Métrica objetiva: a métrica objetiva usada para otimizar o desempenho do modelo. No nosso caso,
Precisão.

• Direção da otimização: indica se a métrica objetiva deve ser minimizada ou maximizada.

Relatório de qualidade do modelo

As informações de qualidade do modelo são geradas pelos insights de modelo do Autopilot. O 
conteúdo do relatório gerado depende do tipo de problema abordado. O relatório especifica o 
número de linhas que foram incluídas no conjunto de dados da avaliação e a hora em que a 
avaliação ocorreu.

Tabelas de métricas

A primeira parte do relatório de qualidade do modelo contém tabelas de métricas. Eles são 
apropriados para o tipo de problema abordado pelo modelo.

A imagem a seguir é um exemplo de uma tabela de métricas gerada pelo Autopilot para um 
problema de classificação de imagens ou textos. Ele mostra o nome, o valor e o desvio padrão da 
métrica.
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Informações gráficas de performance do modelo

A segunda parte do relatório de qualidade do modelo contém informações gráficas para ajudá-
lo a avaliar a performance do modelo. O conteúdo desta seção depende do tipo de problema 
selecionado.

Matriz de confusão

Uma matriz de confusão fornece uma maneira de visualizar a precisão das previsões feitas por um 
modelo para classificação binária e multiclasse para problemas diferentes.

Um resumo dos componentes do gráfico da taxa de falsos positivos (FPR) e da taxa de positivos 
verdadeiros (TPR) é definido da seguinte forma.

• Previsões corretas

• Positivo verdadeiro (TP): o valor previsto é 1 e o valor verdadeiro é 1.

• Negativo verdadeiro (TN): o valor previsto é 0 e o valor verdadeiro é 0.

• Previsões incorretas

• Falso-positivo (FP): o valor previsto é 1, mas o valor verdadeiro é 0.

• Falso-negativo (FN): o valor previsto é 0, mas o valor verdadeiro é 1.

A matriz de confusão no relatório de qualidade do modelo contém o seguinte.
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• O número e a porcentagem de previsões corretas e incorretas para os rótulos reais

• O número e a porcentagem de previsões precisas na diagonal do canto superior esquerdo ao 
canto inferior direito

• O número e a porcentagem de previsões imprecisas na diagonal do canto superior direito ao canto 
inferior esquerdo

As previsões incorretas em uma matriz de confusão são os valores de confusão.

O diagrama a seguir é um exemplo de matriz de confusão para um problema de classificação 
multiclasse. A matriz de confusão no relatório de qualidade do modelo contém o seguinte.

• O eixo vertical é dividido em três linhas contendo três rótulos reais diferentes.

• O eixo horizontal é dividido em três colunas contendo rótulos que foram previstos pelo modelo.

• A barra de cores atribui um tom mais escuro a um número maior de amostras para indicar 
visualmente o número de valores que foram classificados em cada categoria.

No exemplo abaixo, o modelo previu corretamente os valores reais de 354 para o rótulo f, 1094 
valores para o rótulo i e 852 valores para o rótulo m. A diferença de tom indica que o conjunto de 
dados não está balanceado porque há muito mais rótulos para o valor i do que para f ou m.
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A matriz de confusão no relatório de qualidade do modelo fornecido pode acomodar no máximo 15 
rótulos para tipos de problemas de classificação multiclasse. Se uma linha correspondente a um 
rótulo mostrar um valor Nan, isso significa que o conjunto de dados da validação usado para verificar 
as previsões do modelo não contém dados com esse rótulo.

Crie uma tarefa AutoML para previsão de séries temporais usando a API

A previsão em machine learning se refere ao processo de prever resultados ou tendências futuras 
com base em dados e padrões históricos. Ao analisar dados de séries temporais anteriores e 
identificar padrões subjacentes, os algoritmos de machine learning podem fazer previsões e fornecer 
informações valiosas sobre o comportamento futuro. Na previsão, o objetivo é desenvolver modelos 
que possam capturar com precisão a relação entre as variáveis de entrada e a variável alvo ao longo 
do tempo. Isso envolve examinar vários fatores, como tendências, sazonalidade e outros padrões 
relevantes nos dados. As informações coletadas são então usadas para treinar um modelo de 
Machine Learning. O modelo treinado é capaz de gerar previsões pegando novos dados de entrada 
e aplicando os padrões e relacionamentos aprendidos. Ele pode fornecer previsões para uma ampla 
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variedade de casos de uso, como projeções de vendas, tendências do mercado de ações, previsões 
meteorológicas, previsão de demanda e muito mais.

As instruções a seguir mostram como criar um trabalho do Amazon SageMaker Autopilot como um 
experimento piloto para tipos de problemas de previsão de séries temporais usando SageMaker o 
API Reference.

Note

Tarefas como classificação de texto e imagem, previsão de séries temporais e ajuste fino 
de grandes modelos de linguagem estão disponíveis exclusivamente por meio da versão 
2 da API Autopilot. Para usuários do Python, recomendamos usar o, AWS SDK for Python 
(Boto3)pois o SDK do Amazon SageMaker Python não é compatível atualmente com a API 
Autopilot versão 2.
Os usuários que preferem a conveniência de uma interface de usuário podem usar o
Amazon SageMaker Canvas para acessar modelos pré-treinados e modelos básicos de 
IA generativos, ou criar modelos personalizados para textos específicos, classificação de 
imagens, necessidades de previsão ou IA generativa.

Você pode criar programaticamente um experimento de previsão de séries temporais do Autopilot 
chamando a CreateAutoMLJobV2API em qualquer linguagem suportada pelo Amazon Autopilot ou 
pelo. SageMaker AWS CLI

Para obter informações sobre como essa ação da API se traduz em uma função no idioma 
de sua escolha, consulte a seção Ver também de CreateAutoMLJobV2 e escolha um 
SDK. Como exemplo, para usuários do Python, veja a sintaxe completa da solicitação de
create_auto_ml_job_v2 in AWS SDK for Python (Boto3).

O Autopilot treina vários candidatos a modelo com sua série temporal alvo e, em seguida, seleciona 
um modelo de previsão ideal para uma determinada métrica objetiva. Depois que seus candidatos 
modelo forem treinados, você poderá encontrar as melhores métricas de candidatos na resposta a
DescribeAutoMLJobV2 em BestCandidate.

As seções a seguir definem os parâmetros de solicitação de entrada obrigatórios e opcionais para a 
API CreateAutoMLJobV2 usada na previsão de séries temporais.
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Note

Consulte o caderno Time-Series Forecasting with Amazon SageMaker Autopilot para ver 
um exemplo prático e prático de previsão de séries temporais. Neste notebook, você usa 
o Amazon SageMaker Autopilot para treinar um modelo de séries temporais e produzir 
previsões usando o modelo treinado. O notebook fornece instruções para recuperar um 
conjunto de dados pronto de dados históricos tabulares no Amazon S3.

Pré-requisitos

Antes de usar o Autopilot para criar um experimento de previsão de séries temporais em SageMaker, 
certifique-se de:

• Prepare seu conjunto de dados de séries temporais. A preparação do conjunto de dados 
envolve coletar dados relevantes de várias fontes, limpá-los e filtrá-los para remover ruídos e 
inconsistências e organizá-los em um formato estruturado. Consulte Formato de conjuntos de 
dados de séries temporais e métodos de preenchimento de valores ausentes para saber mais 
sobre os requisitos de formatos de séries temporais no Autopilot. Opcionalmente, você pode 
complementar seu conjunto de dados com o calendário de feriados públicos do país de sua 
escolha para capturar os padrões associados. Para obter mais informações sobre calendários de 
feriados, consulte Calendários de feriados nacionais.

• Coloque seus dados de séries temporais em um bucket do Amazon S3.

• Conceda acesso total ao bucket do Amazon S3 contendo seus dados de entrada para a função 
de SageMaker execução usada para executar seu experimento. Feito isso, você pode usar o ARN 
desse perfil de execução nas solicitações da API do Autopilot.

• Para obter informações sobre como recuperar sua função SageMaker de execução, 
consulteObtenha um perfil de execução.

• Para obter informações sobre como conceder permissões de função de SageMaker execução 
para acessar um ou mais buckets específicos no Amazon S3, consulte Adicionar permissões 
adicionais do Amazon S3 a uma função de execução em. SageMaker Criar perfil de execução

Parâmetros necessários

Ao ligar CreateAutoMLJobV2 para criar um experimento de Autopilot para previsão de séries 
temporais, você deve fornecer os seguintes valores:
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• E AutoMLJobName para especificar o nome do seu trabalho. O nome deve ser do tipo string e 
ter um comprimento mínimo de 1 caractere e um comprimento máximo de 32.

• Pelo menos um AutoMLJobChannel em AutoMLJobInputDataConfig no qual você especifica 
o nome do bucket do Amazon S3 que contém seus dados. Opcionalmente, você pode especificar o 
conteúdo (arquivos CSV ou Parquet) e os tipos de compactação (GZip).

• Um AutoMLProblemTypeConfig dos tipos TimeSeriesForecastingJobConfig para definir 
as configurações do seu trabalho de previsão de séries temporais. Em particular, você deve 
especificar:

• A frequência das previsões, que se refere à granularidade desejada (por hora, diariamente, 
mensalmente etc.) de sua previsão.

Os intervalos válidos são um número inteiro seguido de Y (ano), M (mês), W (semana), D (dia), H
(hora) e min (minuto). Por exemplo, 1D indica todos os dias e 15min indica a cada 15 minutos. 
O valor de uma frequência não deve se sobrepor à próxima frequência maior. Por exemplo, você 
deve usar uma frequência de 1H em vez de 60min.

Os valores válidos para cada frequência são os seguintes:

• Minute (Minuto): 1 a 59

• Hour (Hora): 1 a 23

• Day (Dia): 1 a 6

• Week (Semana): 1 a 4

• Month (Mês): 1 a 11

• Year (Ano): 1

• O horizonte das previsões em sua previsão, que se refere ao número de etapas de tempo que 
o modelo prevê. O horizonte de previsão também é chamado de comprimento da previsão. O 
horizonte máximo de previsão é o menor de 500 intervalos de tempo ou 1/4 dos intervalos de 
tempo no conjunto de dados.

• Um TimeSeriesConfigno qual você define o esquema do seu conjunto de dados para mapear os 
cabeçalhos das colunas de acordo com sua previsão especificando:

• R TargetAttributeName: A coluna que contém dados históricos do campo de destino a 
serem previstos.

• R TimestampAttributeName: A coluna que contém um momento no qual o valor alvo de 
um determinado item é registrado.
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• R ItemIdentifierAttributeName: A coluna que contém os identificadores do item para o 
qual você deseja prever o valor alvo.

Veja a seguir um exemplo desses parâmetros de solicitação. Neste exemplo, você está 
configurando uma previsão diária para a quantidade esperada ou o nível de demanda de itens 
específicos em um período de 20 dias.

"AutoMLProblemTypeConfig": {  
        "ForecastFrequency": "D", 
        "ForecastHorizon": 20, 
        "TimeSeriesConfig": { 
            "TargetAttributeName": "demand", 
            "TimestampAttributeName": "timestamp", 
            "ItemIdentifierAttributeName": "item_id" 
        },

• Um OutputDataConfig para especificar o caminho de saída do Amazon S3 para armazenar os 
artefatos do seu trabalho do AutoML.

• Um RoleArn para especificar o ARN da função usada para acessar seus dados. Você pode usar 
o ARN da função de execução à qual concedeu acesso aos seus dados.

Todos os outros parâmetros são opcionais. Por exemplo, você pode definir quantis de previsão 
específicos, escolher um método de preenchimento para valores ausentes no conjunto de dados ou 
definir como agregar dados que não estejam alinhados com a frequência da previsão. Para aprender 
como definir esses parâmetros adicionais, consulte Parâmetros opcionais.

Parâmetros opcionais

As seções a seguir fornecem detalhes de alguns parâmetros opcionais que você pode passar para 
seu trabalho AutoML de previsão de séries temporais.

Como especificar quantis personalizados

O Autopilot treina 6 candidatos a modelos com sua série temporal alvo e, em seguida, combina 
esses modelos usando um método de conjunto de empilhamento para criar um modelo de previsão 
ideal para uma determinada métrica objetiva. Cada modelo de previsão do Autopilot gera uma 
previsão probabilística produzindo previsões em quantis entre P1 e P99. Esses quantis são usados 
para contabilizar a incerteza da previsão. Por padrão, as previsões serão geradas para 0,1 (p10), 0,5 
(p50) e 0,9 (p90). Você pode optar por especificar seus próprios quantis.
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No piloto automático, você pode especificar até cinco quantis de previsão de 0,01 (p1) 
a 0,99 (p99), por incrementos de 0,01 ou mais no atributo de. ForecastQuantiles
TimeSeriesForecastingJobConfig

Neste exemplo, você está configurando uma previsão diária das porcentagens 10, 25, 50, 75 e 90 
para a quantidade ou nível de demanda esperado de itens específicos durante um período de 20 
dias.

"AutoMLProblemTypeConfig": {  
        "ForecastFrequency": "D", 
        "ForecastHorizon": 20, 
        "ForecastQuantiles": ["p10", "p25", "p50", "p75", "p90"], 
        "TimeSeriesConfig": { 
            "TargetAttributeName": "demand", 
            "TimestampAttributeName": "timestamp", 
            "ItemIdentifierAttributeName": "item_id" 
        },

Como agregar dados para diferentes frequências de previsão

Para criar um modelo de previsão (também conhecido como o melhor candidato de seu 
experimento), você deve especificar uma frequência de previsão. A frequência da previsão determina 
a frequência das previsões em suas previsões. Por exemplo, previsões mensais de vendas. O 
melhor modelo do Autopilot pode gerar previsões para frequências de dados maiores do que a 
frequência na qual seus dados são registrados.

Durante o treinamento, o Autopilot agrega todos os dados que não estão alinhados com a frequência 
de previsão que você especifica. Por exemplo, você pode ter alguns dados diários, mas especificar 
uma frequência de previsão semanal. O Autopilot alinha os dados diários com base na semana em 
que eles pertencem. O Autopilot então o combina em um único registro para cada semana.

Durante a agregação, o método de transformação padrão é somar os dados. Você pode 
configurar a agregação ao criar sua tarefa AutoML no atributo Transformations de.
TimeSeriesForecastingJobConfig Os métodos de agregação compatíveis são sum (padrão), avg,
first, min, max. A agregação só é compatível com a coluna de destino.

No exemplo a seguir, você configura a agregação para calcular a média das previsões promocionais 
individuais para fornecer os valores finais agregados da previsão.

"Transformations": { 
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            "Aggregation": { 
                "promo": "avg" 
            } 
        }

Como lidar com valores ausentes em seus conjuntos de dados de origem

O Autopilot fornece vários métodos de preenchimento para lidar com valores ausentes no alvo e em 
outras colunas numéricas de seus conjuntos de dados de séries temporais. Para obter informações 
sobre a lista de métodos de preenchimento compatíveis e sua lógica de preenchimento disponível, 
consulte Processamento de valores ausentes.

Você configura sua estratégia de preenchimento no Transformations atributo de
TimeSeriesForecastingJobConfigao criar sua tarefa AutoML.

Para definir um método de preenchimento, você precisa fornecer um par de valores-chave:

• A chave é o nome da coluna para a qual você deseja especificar o método de preenchimento.

• O valor associado à chave é um objeto que define a estratégia de preenchimento dessa coluna.

Você pode especificar vários métodos de preenchimento para uma única coluna.

Para definir um valor específico para o método de preenchimento, você deve definir o parâmetro de 
preenchimento para o valor do método de preenchimento desejado (por exemplo "backfill" : 
"value") e definir o valor real de preenchimento em um parâmetro adicional com o sufixo 
“_value”. Por exemplo, para definir backfill com o valor de 2, você deve incluir dois parâmetros:
"backfill": "value" e "backfill_value":"2".

No exemplo a seguir, você especifica a estratégia de preenchimento para a coluna de dados 
incompleta, “preço”, da seguinte forma: Todos os valores ausentes entre o primeiro ponto de dados 
de um item e o último são definidos para 0 após o qual todos os valores ausentes são preenchidos 
com o valor 2 até a data final do conjunto de dados.

"Transformations": { 
            "Filling": { 
                "price": { 
                        "middlefill" : "zero", 
                        "backfill" : "value", 
                        "backfill_value": "2" 
                } 
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            } 
        }

Como especificar uma métrica objetiva

O Autopilot produz métricas de precisão para avaliar os candidatos ao modelo e ajudar você 
a escolher quais usar para gerar previsões. Ao realizar um experimento de previsão de séries 
temporais, você pode escolher o AutoML para permitir que o Autopilot otimize o preditor para você ou 
pode escolher manualmente um algoritmo para seu preditor.

Por padrão, o Autopilot usa a perda quantílica ponderada média. No entanto, você pode configurar a 
métrica objetiva ao criar sua tarefa AutoML no MetricName atributo AutoML. JobObjective

Para ver a lista de algoritmos disponíveis, consulte Suporte a algoritmos para previsão de séries 
temporais.

Como incorporar informações de feriados nacionais ao seu conjunto de dados

No Autopilot, você pode incorporar um conjunto de dados projetado por atributos de informações 
de feriados nacionais à sua série temporal. O Autopilot fornece suporte nativo para os calendários 
de feriados de mais de 250 países. Depois de escolher um país, o Autopilot aplica o calendário de 
feriados desse país a cada item do seu conjunto de dados durante o treinamento. Isso permite que o 
modelo identifique padrões associados a feriados específicos.

Você pode ativar a caracterização de férias ao criar sua tarefa AutoML passando um
HolidayConfigAttributesobjeto para o atributo de. HolidayConfig TimeSeriesForecastingJobConfig
O objeto HolidayConfigAttributes contém o atributo CountryCode de duas letras que 
determina o país do calendário público de feriados nacionais usado para aumentar seu conjunto de 
dados de séries temporais.

Consulte Código do país para obter a lista de calendários compatíveis e o código do país 
correspondente.

Como habilitar a implantação automática

O Autopilot permite que você implante automaticamente seu modelo de previsão em um endpoint. 
Para habilitar a implantação automática para o melhor candidato a modelo de um trabalho do 
AutoML, inclua um ModelDeployConfig na solicitação de trabalho do AutoML. Isso permite 
a implantação do melhor modelo em um SageMaker endpoint. Abaixo estão as configurações 
disponíveis para personalização.
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• Para permitir que o Autopilot gere o nome do endpoint, defina AutoGenerateEndpointName
como True.

• Para fornecer seu próprio nome para o endpoint, defina AutoGenerateEndpointName to
False and provide a name of your choice in EndpointName.

Formato de conjuntos de dados de séries temporais e métodos de preenchimento de 
valores ausentes

Dados de séries temporais referem-se a uma coleção de observações ou medições registradas em 
intervalos regulares de tempo. Nesse tipo de dado, cada observação é associada a um registro de 
data e hora específico ou período de tempo, criando uma sequência de pontos de dados ordenados 
cronologicamente.

As colunas específicas que você inclui em seu conjunto de dados de séries temporais dependem 
dos objetivos de sua análise e dos dados disponíveis para você. No mínimo, os dados de séries 
temporais são compostos por uma tabela de 3 colunas em que:

• Uma coluna contém identificadores exclusivos atribuídos a itens individuais para se referir ao seu 
valor em um momento específico.

• Outra coluna representa o point-in-time valor ou a meta para registrar o valor de um determinado 
item em um momento específico. Depois que o modelo é treinado nesses valores-alvo, essa 
coluna de destino contém os valores que o modelo prevê em uma frequência especificada dentro 
de um horizonte definido.

• E uma coluna de carimbo de data/hora é incluída para registrar a data e a hora em que o valor foi 
medido.

• Colunas adicionais podem conter outros fatores que podem influenciar o desempenho da previsão. 
Por exemplo, em um conjunto de dados de série temporal para varejo em que a meta são as 
vendas ou a receita, você pode incluir atributos que forneçam informações sobre unidades 
vendidas, ID do produto, localização da loja, contagem de clientes, níveis de estoque, bem como 
indicadores covariáveis, como dados meteorológicos ou informações demográficas.

Note

Você pode adicionar um conjunto de dados projetado por atributos de informações sobre 
feriados nacionais à sua série temporal. Ao incluir feriados em seu modelo de séries 
temporais, você pode capturar os padrões periódicos que os feriados criam. Isso ajuda suas 
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previsões a refletir melhor a sazonalidade subjacente de seus dados. Para obter informações 
sobre os calendários disponíveis por país, consulte Calendários de feriados nacionais

Formato de conjuntos de dados para previsão de séries temporais

O Autopilot suporta tipos de dados numéricos, categóricos, de texto e de data e hora. O tipo de 
dados da coluna de destino deve ser numérico.

O Autopilot suporta dados de séries temporais formatados como arquivos CSV (padrão) ou como 
arquivos Parquet.

• CSV (comma-separated-values) é um formato de arquivo baseado em linhas que armazena dados 
em texto simples legível por humanos, o que é uma escolha popular para troca de dados, pois são 
suportados por uma ampla variedade de aplicativos.

• O Parquet é um formato de arquivo baseado em colunas em que os dados são armazenados e 
processados com mais eficiência do que os formatos de arquivo baseados em linhas. Isso os torna 
uma opção melhor para problemas de big data.

Para obter mais informações sobre os limites de recursos em conjuntos de dados de séries 
temporais para previsão no Autopilot, consulte Limites de recursos de previsão de séries temporais 
do Amazon SageMaker Autopilot.

Processamento de valores ausentes

Um problema comum nos dados de previsão de séries temporais é a presença de valores ausentes. 
Seus dados podem conter valores ausentes por vários motivos, incluindo falhas de medição, 
problemas de formatação, erros humanos ou falta de informações para registro. Por exemplo, se 
você estiver prevendo a demanda de produtos para uma loja de varejo e um item estiver esgotado 
ou indisponível, não haverá dados de vendas para registrar enquanto esse item estiver esgotado. 
Se prevalentes o suficiente, os valores ausentes podem afetar significativamente a precisão de um 
modelo.

O Autopilot fornece vários métodos de preenchimento para lidar com valores ausentes, com 
abordagens distintas para a coluna de destino e outras colunas adicionais. Preenchimento é o 
processo de adicionar valores padronizados a entradas ausentes em seu conjunto de dados.

Consulte Como lidar com valores ausentes em seus conjuntos de dados de origem para saber como 
definir o método para preencher valores ausentes em seu conjunto de dados de séries temporais.
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O Autopilot é compatível com os seguintes métodos de preenchimento:

• Preenchimento frontal: preenche todos os valores ausentes entre o primeiro ponto de dados 
registrado entre todos os itens e o ponto inicial de cada item (cada item pode começar em um 
horário diferente). Isso garante que os dados de cada item estejam completos e se estendam 
desde o primeiro ponto de dados registrado até o respectivo ponto de partida.

• Preenchimento intermediário: preenche todos os valores faltantes entre as datas de início e 
término dos itens no conjunto de dados.

• Preenchimento posterior: preenche todos os valores ausentes entre o último ponto de dados de 
cada item (cada item pode parar em um horário diferente) e o último ponto de dados registrado 
entre todos os itens.

• Preenchimento futuro: preenche todos os valores faltantes entre o último ponto de dados 
registrado entre todos os itens e o final do horizonte de previsão.

A imagem a seguir fornece uma representação visual dos diferentes métodos de preenchimento.

Escolha uma lógica de preenchimento

Ao escolher uma lógica de preenchimento, você deve considerar como a lógica será interpretada 
por seu modelo. Por exemplo, em um cenário de varejo, registrar 0 vendas de um item disponível é 
diferente de registrar 0 vendas de um item indisponível, pois esse último não implica em uma falta 
de interesse do cliente no item. Por isso, o preenchimento 0 na coluna da série temporal de destino 
pode fazer com que o previsor seja subtendencioso em suas previsões, enquanto o preenchimento
NaN pode ignorar ocorrências reais de 0 itens disponíveis que estão sendo vendidos e fazer com que 
o previsor seja excessivamente tendencioso.

Lógica de preenchimento

Você pode realizar o preenchimento da coluna de destino e de outras colunas numéricas em seus 
conjuntos de dados. As colunas de destino têm diretrizes e restrições de preenchimento diferentes 
das demais colunas numéricas.
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Diretrizes de preenchimento

Tipo de coluna Preencher por 
padrão?

Métodos de 
preenchimento 
compatíveis

Lógica de 
preenchimento 
padrão

Lógica de 
preenchimento 
aceita

Coluna de 
destino

Sim Preenchimento 
intermediário e 
retroativo

0 • zero – 
preenchimento 
de 0.

• value – um 
número inteiro 
ou flutuante.

• nan – não um 
número.

• mean – o valor 
médio da série 
de dados.

• median – o 
valor mediano 
da série de 
dados.

• min: o valor 
mínimo da 
série de 
dados.

• max – o valor 
máximo da 
série de 
dados.

Outras colunas 
numéricas

Não Preenchimento 
intermediário, 
retroativo e 
futuro

Sem padrão • zero – 
preenchimento 
de 0.

• value – um 
valor inteiro ou 
float.
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Tipo de coluna Preencher por 
padrão?

Métodos de 
preenchimento 
compatíveis

Lógica de 
preenchimento 
padrão

Lógica de 
preenchimento 
aceita

• mean – o valor 
médio da série 
de dados.

• median – o 
valor mediano 
da série de 
dados.

• min: o valor 
mínimo da 
série de 
dados.

• max – o valor 
máximo da 
série de 
dados.

Note

Para as colunas de destino e outras colunas numéricas, mean, median, min e max são 
calculados com base em uma janela contínua das 64 entradas de dados mais recentes antes 
dos valores ausentes.

Calendários de feriados nacionais

O Autopilot oferece suporte a um conjunto de dados projetado por recursos de informações de 
feriados nacionais que fornece acesso aos calendários de feriados de mais de 250 países.

Os recursos do calendário de feriados são especialmente úteis no domínio do varejo, onde os 
feriados podem afetar significativamente a demanda.

Consulte Como incorporar informações de feriados nacionais ao seu conjunto de dados para saber 
como adicionar um calendário ao seu conjunto de dados.
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Código do país

O piloto automático fornece suporte nativo para os calendários de feriados públicos dos seguintes 
países. Use o Código do País ao especificar um país com a API.

Países compatíveis

País Código do país

Afeganistão AF

Ilhas Åland AX

Albânia AL

Argélia DZ

Samoa Americana AS

Andorra AD

Angola AO

Anguila AI

Antártica AQ

Antígua e Barbuda AG

Argentina AR

Armênia AM

Aruba AW

Austrália AU

Áustria AT

Azerbaijão AZ

Bahamas BS
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País Código do país

Bahrein BH

Bangladesh BD

Barbados BB

Bielorrússia BY

Bélgica BE

Belize BZ

Benin BJ

Bermudas BM

Butão BT

Bolívia BO

Bósnia e Herzegovina BA

Botsuana BW

Ilha Bouvet BV

Brasil BR

Território Britânico do Oceano Índico IO

Ilhas Virgens Britânicas VG

Brunei Darussalam BN

Bulgária BG

Burkina Faso BF

Burundi BI
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País Código do país

Camboja KH

Camarões CM

Canadá CA

Cabo Verde CV

Países Baixos Caribenhos BQ

Ilhas Cayman KY

República Centro-Africana CF

Chade TD

Chile CL

China CN

Ilha Christmas CX

Ilhas Cocos (Keeling) CC

Colômbia CO

Comoros KM

Ilhas Cook CK

Costa Rica CR

Croácia HR

Cuba CU

Curaçau CW

Chipre CY
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País Código do país

Tchequia CZ

República Democrática do Congo CD

Dinamarca DK

Djibuti DJ

Dominica DM

República Dominicana DO

Equador EC

Egito EG

El Salvador SV

Guiné Equatorial GQ

Eritreia ER

Estônia EE

Essuatíni SZ

Etiópia ET

Ilhas Falkland FK

Ilhas Faroe FO

Fiji FJ

Finlândia FI

França FR

Guiana Francesa GF
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País Código do país

Polinésia Francesa PF

Territórios Franceses do Sul TF

Gabão GA

Gâmbia GM

Geórgia GE

Alemanha DE

Gana GH

Gibraltar GI

Grécia GR

Groenlândia GL

Granada GD

Guadalupe GP

Guam GU

Guatemala GT

Guernsey GG

Guiné GN

Guiné-Bissau GW

Guiana GY

Haiti HT

Ilha Heard e McDonald Ilhas HM
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País Código do país

Honduras HN

Hong Kong HK

Hungria HU

Islândia IS

Índia IN

Indonésia ID

Irã IR

Iraque IQ

Irlanda IE

Ilha de Man IM

Israel IL

Itália IT

Costa do Marfim CI

Jamaica JM

Japão JP

Jérsei JE

Jordânia JO

Cazaquistão KZ

Quênia KE

Quiribati KI
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País Código do país

Kosovo XK

Kuwait KW

Quirguistão KG

Laos LA

Letônia LV

Líbano LB

Lesoto LS

Libéria LR

Líbia LY

Liechtenstein LI

Lituânia LT

Luxemburgo LU

Macau MO

Madagascar MG

Malawi MW

Malásia MY

Ilhas Maldivas MV

Mali ML

Malta MT

Ilhas Marshall MH
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País Código do país

Martinica MQ

Mauritânia MR

Ilhas Maurício MU

Mayotte YT

México MX

Micronésia FM

Moldávia MD

Mônaco MC

Mongólia MN

Montenegro ME

Montserrat MS

Marrocos MA

Moçambique MZ

Mianmar MM

Namíbia NA

Nauru NR

Nepal NP

Holanda NL

Nova Caledônia NC

Nova Zelândia NZ
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País Código do país

Nicarágua NI

Níger NE

Nigéria NG

Niue NU

Ilha Norfolk NF

Coreia do Norte KP

Macedônia do Norte MK

Ilhas Marianas do Norte MP

Noruega NO

Omã OM

Paquistão PK

Palau PW

Palestina PS

Panamá PA

Papua Nova Guiné PG

Paraguai PY

Peru PE

Filipinas PH

Ilhas Pitcairn PN

Polônia PL
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País Código do país

Portugal PT

Porto Rico PR

Catar QA

República do Congo CG

Reunião RE

Romênia RO

Rússia RU

Ruanda RW

São Bartolomeu BL

“Santa Helena, Ascensão e Tristão da Cunha” SH

São Cristóvão e Nevis KN

Santa Lúcia LC

São Martinho MF

Saint Pierre e Miquelon PM

São Vicente e Granadinas VC

Samoa WS

São Marinho SM

São Tomé e Príncipe ST

Arábia Saudita SA

Senegal SN
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País Código do país

Sérvia RS

Seichelles SC

Serra Leoa SL

Cingapura SG

Sint Maarten SX

Eslováquia SK

Eslovênia SI

Ilhas Salomão SB

Somália SO

África do Sul ZA

Ilhas Geórgia do Sul e Sandwich do Sul GS

Coreia do Sul KR

Sudão do Sul SS

Espanha ES

Sri Lanka LK

Sudão SD

Suriname SR

Svalbard e Jan Mayen SJ

Suécia SE

Suíça CH
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País Código do país

República Árabe da Síria SY

Taiwan TW

Tajiquistão TJ

Tanzânia TZ

Tailândia TH

Timor-Leste TL

Togo TG

Toquelau TK

Tonga TO

Trinidad e Tobago TT

Tunísia TN

Turquia TR

Turcomenistão TM

Ilhas Turcas e Caicos TC

Tuvalu TV

Uganda UG

Ucrânia UA

Emirados Árabes Unidos AE

Reino Unido UK

Nações Unidas UN
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País Código do país

Estados Unidos US

Ilhas Menores Distantes dos Estados Unidos UM

Ilhas Virgens Americanas VI

Uruguai UY

Uzbequistão UZ

Vanuatu VU

Cidade do Vaticano VA

Venezuela VE

Vietnã VN

Wallis e Futuna WF

Saara Ocidental EH

Iêmen YE

Zâmbia ZM

Zimbábue ZW

Métricas objetivas

O Autopilot produz métricas de precisão para avaliar os candidatos ao modelo e ajudar você a 
escolher quais usar para gerar previsões. Você pode deixar que o Autopilot otimize o preditor para 
você ou pode escolher manualmente um algoritmo para seu preditor. Por padrão, o Autopilot usa a 
perda quantílica ponderada média.

A lista a seguir contém os nomes das métricas atualmente disponíveis para medir o desempenho dos 
modelos para previsão de séries temporais.
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RMSE

Erro quadrático médio (RMSE) — Mede a raiz quadrada da diferença quadrada entre os valores 
previstos e reais e calcula a média de todos os valores. É uma métrica importante para indicar a 
presença de grandes erros e discrepâncias no modelo. Os valores variam de zero (0) a infinito, 
com números menores indicando um melhor ajuste dos modelos aos dados. O RMSE depende 
da escala e não deve ser usado para comparar conjuntos de dados de tamanhos diferentes.

wQL

Perda quantil ponderada (WQl) — Avalie a precisão da previsão medindo as diferenças absolutas 
ponderadas entre os quantis P10, P50 e P90 previstos e reais, com valores mais baixos 
indicando melhor desempenho.

Average wQL (default)

Perda quantílica média ponderada (WQl médio) — Avalia a previsão calculando a média da 
precisão nos quantis P10, P50 e P90. Um valor menor indica um modelo mais preciso.

MASE

Erro médio absoluto em escala (MASE) — O erro médio absoluto da previsão normalizado pelo 
erro médio absoluto de um método simples de previsão de linha de base. Um valor mais baixo 
indica um modelo mais preciso, onde MASE < 1 é estimado como melhor que a linha de base e 
MASE > 1 é estimado como pior que a linha de base.

MAPE

Erro percentual absoluto médio (MAPE) — O erro percentual (diferença percentual do valor médio 
previsto versus o valor real) calculado em média em todos os pontos temporais. Um valor menor 
indica um modelo mais preciso, onde MAPE = 0 é um modelo sem erros.

WAPE

Erro percentual absoluto ponderado (WAPE) — A soma do erro absoluto normalizado pela soma 
da meta absoluta, que mede o desvio geral dos valores previstos dos valores observados. Um 
valor mais baixo indica um modelo mais preciso.

Suporte a algoritmos para previsão de séries temporais

O Autopilot treina os seis algoritmos integrados a seguir com sua série temporal alvo. Em seguida, 
usando um método de conjunto de empilhamento, ele combina esses candidatos a modelos para 
criar um modelo de previsão ideal para uma determinada métrica objetiva.
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• Rede Neural Convolucional - Regressão Quantílica (CNN-QR) - CNN-QR é um algoritmo de 
machine learning proprietário para prever séries temporais usando redes neurais convolucionais 
causais (CNNs). O CNN-QR funciona melhor com grandes conjuntos de dados contendo centenas 
de séries temporais.

• DeepAr+ — O DeepAr+ é um algoritmo de machine learning proprietário para prever séries 
temporais usando redes neurais recorrentes (RNNs). O DeepAR+ funciona melhor com grandes 
conjuntos de dados contendo centenas de séries temporais de atributos.

• Prophet – Prophet é um popular modelo local de séries temporais estruturais bayesianas baseado 
em um modelo aditivo em que as tendências não lineares se ajustam à sazonalidade anual, 
semanal e diária. O algoritmo Prophet do Autopilot usa a classe Prophet da implementação do 
Python de Prophet. Funciona melhor com séries temporais com fortes efeitos sazonais e várias 
temporadas de dados históricos.

• Non-Parametric Time Series (NPTS) – O algoritmo proprietário do NPTS é um previsor de linha de 
base probabilístico e escalável. Ele prevê a distribuição de um valor futuro de uma determinada 
série temporal por amostragem de observações passadas. O NPTS é especialmente útil quando 
se trabalha com séries temporais esparsas ou intermitentes.

• Autoregressive Integrated Moving Average (ARIMA) – O ARIMA é um algoritmo de estatísticas 
locais comumente usado para previsões de série temporais. O algoritmo captura várias estruturas 
temporais padrão (organizações com padrão de tempo) no conjunto de dados de entrada. É 
especialmente útil para conjuntos de dados simples com menos de 100 séries temporais.

• Exponential Smoothing (ETS) – O ETS é um algoritmo de estatísticas locais comumente usado 
para previsão de séries temporais. O algoritmo é especialmente útil para conjuntos de dados 
simples com menos de 100 séries temporais e conjuntos de dados com padrões de sazonalidade. 
O ETS calcula uma média ponderada de todas as observações no conjunto de dados da série 
temporal como sua previsão, com pesos decrescentes exponencialmente ao longo do tempo.

Implantação e previsões do modelo de Autopilot

Depois de treinar seu preditor do Autopilot (melhor modelo), você poderá implantar um modelo para 
obter previsões de duas maneiras:

1. Use Previsão em tempo real para configurar um endpoint e obter previsões de forma interativa.

2. Use Previsão em lote para fazer previsões paralelamente em lotes de observações em um 
conjunto de dados inteiro.
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Ao fornecer dados de entrada para previsão, o esquema de seus dados deve permanecer o mesmo 
usado para treinar seu modelo, incluindo o número de colunas, cabeçalhos de colunas e tipos de 
dados. Você pode prever IDs de itens novos ou existentes dentro do mesmo intervalo de data e hora 
ou em um intervalo de data e hora diferente para prever um período de tempo diferente.

Os modelos de previsão preveem os pontos do horizonte de previsão no futuro especificados na 
solicitação de entrada no treinamento, que vão da data final alvo até a data final alvo + horizonte de 
previsão. Para usar o modelo para prever datas específicas, você deve fornecer os dados no mesmo 
formato dos dados de entrada originais, estendendo-se até uma data final específica. Nesse cenário, 
o modelo começará a prever a partir da nova data de término prevista.

Por exemplo, se seu conjunto de dados tivesse dados mensais de janeiro a junho com um horizonte 
de previsão de 2, o modelo preveria o valor alvo para os próximos 2 meses, que seriam julho e 
agosto. Se em agosto você quiser prever para os próximos 2 meses, desta vez seus dados de 
entrada devem ser de janeiro a agosto e o modelo fará a previsão para os próximos 2 meses 
(setembro, outubro).

Note

É recomendável usar um dos tipos de instância a seguir para previsão:

• Para fazer previsões em tempo real, use instâncias m5.12xlarge.

• Para previsão em lote, use instâncias m5.12xlarge para workloads de uso geral e 
instâncias m5.24xlarge para tarefas de previsão de big data.

Previsão em tempo real

Você pode usar a previsão em tempo real para workloads de inferência em que você tem requisitos 
em tempo real, interativos e de baixa latência.

Note

Para previsão em tempo real, o conjunto de dados deve ser um subconjunto do conjunto 
de dados de entrada. O endpoint em tempo real tem um tamanho de dados de entrada 
de aproximadamente 6 MB e uma limitação de tempo limite de resposta de 60 segundos. 
Recomendamos trazer um ou alguns itens por vez.
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Você pode usar SageMaker APIs para implantar manualmente o modelo que produziu a melhor 
métrica de validação em um experimento de piloto automático da seguinte forma.

Como alternativa, você pode escolher a opção de implantação automática ao criar seu experimento 
de Autopilot. Para obter informações sobre como configurar a implantação automática de modelos, 
consulte Como habilitar a implantação automática.

1. Obtenha as definições do contêiner candidato

Obtenha as definições do contêiner candidato em InferenceContainers. Uma definição de 
contêiner para inferência se refere ao ambiente em contêineres projetado para implantar e 
executar seu SageMaker modelo treinado para fazer previsões.

O exemplo de AWS CLI comando a seguir usa a API DescribeAutoMLJobV2 para obter definições 
de candidatos para o melhor candidato a modelo.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name job-name --region region

2. Listar candidatos

O exemplo de AWS CLI comando a seguir usa a API ListCandidatesForAutoMLJob para listar 
todos os candidatos ao modelo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

3. Crie um SageMaker modelo

Use as definições de contêiner das etapas anteriores e um candidato de sua escolha para criar 
um SageMaker modelo usando a CreateModelAPI. O comando AWS CLI a seguir é um exemplo.

aws sagemaker create-model --model-name '<your-candidate-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

4. Criar uma configuração de endpoint

O exemplo de AWS CLI comando a seguir usa a CreateEndpointConfigAPI para criar uma 
configuração de endpoint.
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aws sagemaker create-endpoint-config --endpoint-config-name '<your-endpoint-config-
name>' \ 
                    --production-variants '<list-of-production-variants>' \ 
                    --region '<region>'

5. Criar o endpoint

O AWS CLI exemplo a seguir usa a CreateEndpointAPI para criar o endpoint.

aws sagemaker create-endpoint --endpoint-name '<your-endpoint-name>' \ 
                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Verifique o progresso da implantação do seu endpoint usando a DescribeEndpointAPI. Veja o 
comando AWS CLI a seguir como exemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Depois das EndpointStatus alterações InService, o endpoint está pronto para ser usado 
para inferência em tempo real.

6. Invoque o endpoint

A estrutura de comando a seguir invoca o endpoint para inferência em tempo real.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
                  --region '<region>' --body '<your-data-in-bytes>' [--content-type] 
 '<content-type>' <outfile>

Previsão em lote

A previsão em lote, também conhecida como inferência offline, gera previsões de modelo em um lote 
de observações. A inferência em lote é uma boa opção para grandes conjuntos de dados ou se você 
não precisar de uma resposta imediata a uma solicitação de previsão de modelo

Por outro lado, a inferência on-line (inferência em tempo real) gera previsões em tempo real.

Você pode fazer inferências em lote a partir de um modelo de Autopilot usando a referência da API.
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Para usar as SageMaker APIs para inferência em lote:

1. Obtenha definições de candidatos

As definições candidatas de InferenceContainerssão usadas para criar um SageMaker modelo.

O exemplo a seguir mostra como usar a API DescribeAutoMLJobV2 para obter definições de 
candidatos para o melhor candidato a modelo. Veja o comando AWS CLI a seguir como exemplo.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name <job-name> --region <region>

Use a API ListCandidatesForAutoMLJob para listar todos os candidatos. Veja o comando AWS 
CLI a seguir como exemplo.

aws sagemaker list-candidates-for-auto-ml-job --auto-ml-job-name <job-name> --
region <region>

2. Crie um SageMaker modelo

Para criar um SageMaker modelo usando a CreateModelAPI, use as definições de contêiner das 
etapas anteriores. Veja o comando AWS CLI a seguir como exemplo.

aws sagemaker create-model --model-name '<your-custom-model-name>' \ 
                    --containers ['<container-definition1>, <container-
definition2>, <container-definition3>]' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

3. Crie um trabalho de SageMaker transformação

O exemplo a seguir cria um trabalho de SageMaker transformação com a
CreateTransformJobAPI. Veja o comando AWS CLI a seguir como exemplo.

aws sagemaker create-transform-job --transform-job-name '<your-custom-transform-job-
name>' --model-name '<your-custom-model-name-from-last-step>'\
--transform-input '{ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix",  
                "S3Uri": "<your-input-data>"  
            } 
        }, 
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        "ContentType": "text/csv", 
        "SplitType": "None" 
    }'\
--transform-output '{ 
        "S3OutputPath": "<your-output-path>", 
        "AssembleWith": "Line"  
    }'\
--transform-resources '{ 
        "InstanceType": "<instance-type>",  
        "InstanceCount": 1
    }' --region '<region>' 

Verifique o progresso do seu trabalho de transformação usando a DescribeTransformJobAPI. Veja o 
comando AWS CLI a seguir como exemplo.

aws sagemaker describe-transform-job --transform-job-name '<your-custom-transform-job-
name>' --region <region>

Depois que o trabalho for concluído, o resultado previsto estará disponível em <your-output-
path>.

O arquivo tem o seguinte formato: <input_data_file_name>.out. Por exemplo, se seu arquivo 
de entrada for text_x.csv, o nome de saída será text_x.csv.out.

As guias a seguir mostram exemplos de código para o SDK AWS para Python (boto3) e o AWS CLI.

AWS SDK for Python (boto3)

O exemplo a seguir usa o SDK para Python AWS (boto3) para fazer previsões em lotes.

import sagemaker  
import boto3

session = sagemaker.session.Session()

sm_client = boto3.client('sagemaker', region_name='us-west-2')
role = 'arn:aws:iam::1234567890:role/sagemaker-execution-role'
output_path = 's3://test-auto-ml-job/output'
input_data = 's3://test-auto-ml-job/test_X.csv'

best_candidate = sm_client.describe_auto_ml_job_v2(AutoMLJobName=job_name)
['BestCandidate']
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best_candidate_containers = best_candidate['InferenceContainers']
best_candidate_name = best_candidate['CandidateName']

# create model
reponse = sm_client.create_model( 
    ModelName = best_candidate_name, 
    ExecutionRoleArn = role, 
    Containers = best_candidate_containers  
)

# Lauch Transform Job
response = sm_client.create_transform_job( 
    TransformJobName=f'{best_candidate_name}-transform-job', 
    ModelName=model_name, 
    TransformInput={ 
        'DataSource': { 
            'S3DataSource': { 
                'S3DataType': 'S3Prefix', 
                'S3Uri': input_data 
            } 
        }, 
        'ContentType': "text/csv", 
        'SplitType': 'None' 
    }, 
    TransformOutput={ 
        'S3OutputPath': output_path, 
        'AssembleWith': 'Line', 
    }, 
    TransformResources={ 
        'InstanceType': 'ml.m5.2xlarge', 
        'InstanceCount': 1, 
    },
)

O trabalho de inferência em lote retorna uma resposta no formato a seguir.

{'TransformJobArn': 'arn:aws:sagemaker:us-west-2:1234567890:transform-job/test-
transform-job', 
 'ResponseMetadata': {'RequestId': '659f97fc-28c4-440b-b957-a49733f7c2f2', 
  'HTTPStatusCode': 200, 
  'HTTPHeaders': {'x-amzn-requestid': '659f97fc-28c4-440b-b957-a49733f7c2f2', 
   'content-type': 'application/x-amz-json-1.1', 
   'content-length': '96', 

Crie um trabalho de previsão de séries temporais usando a API AutoML 220



Amazon SageMaker Guia do Desenvolvedor

   'date': 'Thu, 11 Aug 2022 22:23:49 GMT'}, 
  'RetryAttempts': 0}}

AWS Command Line Interface (AWS CLI)

1. Obtenha as definições do candidato usando o exemplo de código a seguir.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name 'test-automl-job' --
region us-west-2

2. Crie o modelo usando o exemplo de código a seguir.

aws sagemaker create-model --model-name 'test-sagemaker-model'
--containers '[{ 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3", 
    "ModelDataUrl": "s3://test-bucket/out/test-job1/data-processor-models/test-
job1-dpp0-1-e569ff7ad77f4e55a7e549a/output/model.tar.gz", 
    "Environment": { 
        "AUTOML_SPARSE_ENCODE_RECORDIO_PROTOBUF": "1", 
        "AUTOML_TRANSFORM_MODE": "feature-transform", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "application/x-recordio-protobuf", 
        "SAGEMAKER_PROGRAM": "sagemaker_serve", 
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code" 
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
xgboost:1.3-1-cpu-py3", 
    "ModelDataUrl": "s3://test-bucket/out/test-job1/tuning/flicdf10v2-dpp0-xgb/
test-job1E9-244-7490a1c0/output/model.tar.gz", 
    "Environment": { 
        "MAX_CONTENT_LENGTH": "20971520", 
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv", 
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,probabilities"  
    }
}, { 
    "Image": "348316444620.dkr.ecr.us-west-2.amazonaws.com/sagemaker-sklearn-
automl:2.5-1-cpu-py3",  
    "ModelDataUrl": "s3://test-bucket/out/test-job1/data-processor-models/test-
job1-dpp0-1-e569ff7ad77f4e55a7e549a/output/model.tar.gz",  
    "Environment": {  
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        "AUTOML_TRANSFORM_MODE": "inverse-label-transform",  
        "SAGEMAKER_DEFAULT_INVOCATIONS_ACCEPT": "text/csv",  
        "SAGEMAKER_INFERENCE_INPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_OUTPUT": "predicted_label",  
        "SAGEMAKER_INFERENCE_SUPPORTED": 
 "predicted_label,probability,labels,probabilities",  
        "SAGEMAKER_PROGRAM": "sagemaker_serve",  
        "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code"  
    }  
}]' \
--execution-role-arn 'arn:aws:iam::1234567890:role/sagemaker-execution-role' \
--region 'us-west-2'

3. Crie o trabalho de transformação usando o exemplo de código a seguir.

aws sagemaker create-transform-job --transform-job-name 'test-tranform-job'\ 
 --model-name 'test-sagemaker-model'\
--transform-input '{ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://test-bucket/data.csv" 
            } 
        }, 
        "ContentType": "text/csv", 
        "SplitType": "None" 
    }'\
--transform-output '{ 
        "S3OutputPath": "s3://test-bucket/output/", 
        "AssembleWith": "Line" 
    }'\
--transform-resources '{ 
        "InstanceType": "ml.m5.2xlarge", 
        "InstanceCount": 1
    }'\
--region 'us-west-2'

4. Crie o progresso do trabalho de transformação usando o exemplo de código a seguir.

aws sagemaker describe-transform-job --transform-job-name  'test-tranform-job' --
region us-west-2

A seguir está a resposta do trabalho de transformação.
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{ 
    "TransformJobName": "test-tranform-job", 
    "TransformJobArn": "arn:aws:sagemaker:us-west-2:1234567890:transform-job/test-
tranform-job", 
    "TransformJobStatus": "InProgress", 
    "ModelName": "test-model", 
    "TransformInput": { 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://test-bucket/data.csv" 
            } 
        }, 
        "ContentType": "text/csv", 
        "CompressionType": "None", 
        "SplitType": "None" 
    }, 
    "TransformOutput": { 
        "S3OutputPath": "s3://test-bucket/output/", 
        "AssembleWith": "Line", 
        "KmsKeyId": "" 
    }, 
    "TransformResources": { 
        "InstanceType": "ml.m5.2xlarge", 
        "InstanceCount": 1
    }, 
    "CreationTime": 1662495635.679, 
    "TransformStartTime": 1662495847.496, 
    "DataProcessing": { 
        "InputFilter": "$", 
        "OutputFilter": "$", 
        "JoinSource": "None" 
    }
}

Depois das alterações TransformJobStatus para Completed, você pode verificar o 
resultado da inferência no S3OutputPath.
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Notebook de exploração de dados Amazon SageMaker Autopilot

O Amazon SageMaker Autopilot limpa e pré-processa automaticamente seu conjunto de dados. Para 
ajudar os usuários a entender seus dados, descobrir padrões, relacionamentos e anomalias sobre a 
série temporal, o SageMaker Amazon Autopilot gera um relatório estático de exploração de dados na 
forma de um caderno para referência dos usuários.

O caderno de exploração de dados é gerado para cada trabalho do Autopilot. O relatório é 
armazenado em um bucket do Amazon S3 e pode ser acessado pelo caminho de saída do trabalho.

Você pode encontrar o prefixo Amazon S3 para o notebook de exploração de dados na resposta a
DescribeAutoMLJobV2 em AutoMLJobArtifacts.DataExplorationNotebookLocation.

Relatórios gerados pelo Amazon SageMaker Autopilot

Além do caderno de exploração de dados, o Autopilot gera vários relatórios para o melhor candidato 
a modelo de cada experimento.

• Um relatório de explicabilidade fornece informações sobre como o modelo faz previsões.

• Um relatório de desempenho fornece uma avaliação quantitativa das capacidades de previsão do 
modelo.

• Um relatório dos resultados do backtest é gerado após testar o desempenho do modelo em dados 
históricos.

Relatório de explicabilidade

O relatório de explicabilidade do Autopilot ajuda você a entender melhor como os atributos em seus 
conjuntos de dados afetam as previsões para séries temporais específicas (combinações de itens 
e dimensões) e pontos temporais. O Autopilot usa uma métrica chamada Pontuações de impacto
para quantificar o impacto relativo de cada atributo e determinar se eles aumentam ou diminuem os 
valores previstos.

Por exemplo, considere um cenário de previsão em que o alvo é sales e há dois atributos 
relacionados: price e color. O Autopilot pode descobrir que a cor do item tem um alto impacto nas 
vendas de determinados itens, mas um efeito insignificante em outros itens. Também pode descobrir 
que uma promoção no verão tem um alto impacto nas vendas, mas uma promoção no inverno tem 
pouco efeito.

O relatório de explicabilidade é gerado somente quando:
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• O conjunto de dados da série temporal inclui colunas de atributos adicionais ou está associado a 
um calendário de feriados.

• Os modelos básicos CNN-QR e DeepAr+ estão incluídos no conjunto final.

Interprete as pontuações

As pontuações de impacto medem o impacto relativo que os atributos têm nos valores previstos. 
Por exemplo, se o price atributo tiver uma pontuação de impacto duas vezes maior que o store 
location atributo, você poderá concluir que o preço de um item tem o dobro do impacto nos 
valores previstos do que a localização da loja.

As pontuações de impacto também fornecem informações sobre se os atributos aumentam ou 
diminuem os valores previstos.

As pontuações de impacto variam de -1 a 1, onde o sinal indica a direção do impacto. Uma 
pontuação de 0 indica nenhum impacto, enquanto pontuações próximas a 1 ou -1 indicam um 
impacto significativo.

É importante observar que as pontuações de impacto medem o impacto relativo dos atributos, não 
o impacto absoluto. Portanto, as pontuações de impacto não podem ser usadas para determinar 
se atributos específicos melhoram a precisão do modelo. Se um atributo tiver uma pontuação de 
impacto baixa, isso não significa necessariamente que ele tenha um baixo impacto nos valores 
previstos; significa que ele tem um impacto menor nos valores previstos do que outros atributos 
usados pelo preditor.

Encontre o relatório de explicabilidade

Você pode encontrar o prefixo Amazon S3 para os artefatos de explicabilidade 
gerados para o melhor candidato na resposta a DescribeAutoMLJobV2 em
BestCandidate.CandidateProperties.CandidateArtifactLocations.Explainability.

Relatório de desempenho do modelo

O relatório de qualidade do modelo do Autopilot (também conhecido como relatório de desempenho) 
fornece insights e informações de qualidade para o melhor candidato a modelo (melhor preditor) 
gerado por um trabalho do AutoML. Isso inclui informações sobre os detalhes do trabalho, a função 
objetiva e as métricas de precisão (wQL, MAPE, WAPE, RMSE, MASE).
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Você pode encontrar o prefixo Amazon S3 para os artefatos do relatório de qualidade do 
modelo gerados para o melhor candidato na resposta a DescribeAutoMLJobV2 em
BestCandidate.CandidateProperties.CandidateArtifactLocations.ModelInsights.

Relatório de resultados de backtests

Os resultados dos backtests fornecem informações sobre o desempenho de um modelo de 
previsão de séries temporais, avaliando sua precisão e confiabilidade preditivas. Ele ajuda analistas 
e cientistas de dados a avaliar seu desempenho em dados históricos e ajuda a entender seu 
desempenho potencial em dados futuros e invisíveis.

O Autopilot usa backtesting para ajustar parâmetros e produzir métricas de precisão. Durante o 
backtesting, o Autopilot divide automaticamente seus dados de séries temporais em dois conjuntos, 
um conjunto de treinamento e um conjunto de testes. O conjunto de treinamento é usado para treinar 
um modelo que é então usado para gerar previsões para pontos de dados no conjunto de testes. 
O Autopilot usa esse conjunto de dados de teste para avaliar a precisão do modelo comparando os 
valores previstos com os valores observados no conjunto de testes.

Você pode encontrar o prefixo Amazon S3 para os artefatos do relatório de qualidade do 
modelo gerados para o melhor candidato na resposta a DescribeAutoMLJobV2 em
BestCandidate.CandidateProperties.CandidateArtifactLocations.BacktestResults.

Limites de recursos de previsão de séries temporais do Amazon SageMaker Autopilot

Limites de recurso Limite padrão Ajustável

Tamanho do conjunto de 
dados de entrada

30 GB Sim

Tamanho de um único arquivo 
do Parquet

2 GB Não

O número máximo de linhas 
em um conjunto de dados

3 bilhões Sim

Número máximo de colunas 
de agrupamento

5 Não

Número máximo de atributos 
numéricos

13 Não
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Limites de recurso Limite padrão Ajustável

Número máximo de atributos 
categóricos

10 Não

Número máximo de séries 
temporais (combinações 
exclusivas de itens e colunas 
de agrupamento) por conjunto 
de dados

5,000,000 Sim

Horizonte de Maximum 
Forecast

500 Sim

Crie uma tarefa do AutoML para ajustar os modelos de geração de texto 
usando a API

Grandes modelos de linguagem (LLMs) se destacam em várias tarefas generativas, incluindo 
geração de texto, sumarização, conclusão, resposta a perguntas e muito mais. Seu performance 
pode ser atribuído ao tamanho significativo e ao treinamento extensivo em diversos conjuntos de 
dados e várias tarefas. No entanto, domínios específicos, como serviços financeiros e de saúde, 
podem exigir ajustes personalizados para se adaptarem a dados e casos de uso exclusivos. Ao 
adaptar seu treinamento ao seu domínio específico, os LLMs podem melhorar seu performance e 
fornecer resultados mais precisos para aplicações específicas.

O Autopilot oferece a capacidade de ajustar uma seleção de modelos de texto generativo pré-
treinados. Em particular, o Autopilot suporta o ajuste fino baseado em instruções de uma seleção de 
modelos de linguagem grande (LLMs) de uso geral fornecidos por. SageMaker JumpStart

Note

Os modelos de geração de texto que suportam o ajuste fino no piloto automático estão 
atualmente acessíveis exclusivamente nas regiões suportadas pelo Canvas. SageMaker 
Consulte a documentação do SageMaker Canvas para obter a lista completa de suas regiões 
suportadas.
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O ajuste fino de um modelo pré-treinado requer um conjunto de dados específico de instruções 
claras que orientem o modelo sobre como gerar resultados ou se comportar para essa tarefa. O 
modelo aprende com o conjunto de dados, ajustando seus parâmetros de acordo com as instruções 
fornecidas. O ajuste fino baseado em instruções envolve o uso de exemplos rotulados formatados 
como pares de pronto-resposta e formulados como instruções. Para obter mais informações sobre o 
ajuste fino, consulte Ajustar um modelo básico.

As diretrizes a seguir descrevem o processo de criação de um trabalho do Amazon SageMaker 
Autopilot como um experimento piloto para ajustar LLMs de geração de texto usando a Referência de 
API. SageMaker

Note

Tarefas como classificação de texto e imagem, previsão de séries temporais e ajuste fino 
de grandes modelos de linguagem estão disponíveis exclusivamente por meio da versão 
2 da API Autopilot. Para usuários do Python, recomendamos usar o, AWS SDK for Python 
(Boto3)pois o SDK do Amazon SageMaker Python não é compatível atualmente com a API 
Autopilot versão 2.
Os usuários que preferem a conveniência de uma interface de usuário podem usar o
Amazon SageMaker Canvas para acessar modelos pré-treinados e modelos básicos de 
IA generativos, ou criar modelos personalizados para textos específicos, classificação de 
imagens, necessidades de previsão ou IA generativa.

Para criar um experimento de piloto automático programaticamente para ajustar um LLM, você pode 
chamar a CreateAutoMLJobV2API em qualquer linguagem compatível com o Amazon Autopilot ou 
o. SageMaker AWS CLI

Para obter informações sobre como essa ação da API se traduz em uma função no idioma 
de sua escolha, consulte a seção Consulte também CreateAutoMLJobV2 e escolha um 
SDK. Como exemplo, para usuários do Python, veja a sintaxe completa da solicitação de
create_auto_ml_job_v2 em AWS SDK for Python (Boto3).

Note

O Autopilot ajusta grandes modelos de linguagem sem exigir que vários candidatos sejam 
treinados e avaliados. Em vez disso, usando seu conjunto de dados, o Autopilot ajusta 
diretamente seu modelo de destino para aprimorar uma métrica objetiva padrão, a perda 
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de entropia cruzada. O ajuste fino dos modelos de linguagem no Autopilot não requer a 
configuração do campo AutoMLJobObjective.

Depois que seu LLM estiver ajustado, você poderá avaliar seu desempenho acessando 
várias pontuações do ROUGE por meio do BestCandidate ao fazer uma chamada de API.
DescribeAutoMLJobV2 O modelo também fornece informações sobre seu treinamento e perda 
de validação, bem como sobre sua perplexidade. Para obter uma lista abrangente de métricas para 
avaliar a qualidade do texto gerado pelos modelos ajustados, consulte Métricas para ajustar modelos 
de linguagem grandes no Autopilot.

Pré-requisitos

Antes de usar o piloto automático para criar um experimento de ajuste fino SageMaker, siga as 
seguintes etapas:

• (Opcional) Escolha o modelo pré-treinado que você deseja ajustar.

Para ver a lista de modelos pré-treinados disponíveis para ajuste fino no Amazon SageMaker 
Autopilot, consulte. Modelos de linguagem de grande porte compatíveis para ajuste fino A seleção 
de um modelo não é obrigatória; se nenhum modelo for especificado, o Autopilot automaticamente 
assume como padrão o modelo Falcon7bInstruct.

• Criar um conjunto de dados de instruções. Consulte Tipos de arquivo de conjunto de dados e 
formato de dados de entrada para saber mais sobre os requisitos de formato para seu conjunto de 
dados baseado em instruções.

• Coloque seus conjuntos de dados em um bucket do Amazon S3.

• Conceda acesso total ao bucket do Amazon S3 contendo seus dados de entrada para a função de 
SageMaker execução usada para executar seu experimento.

• Para obter informações sobre como recuperar sua função SageMaker de execução, 
consulteObtenha um perfil de execução.

• Para obter informações sobre como conceder permissões à sua função de SageMaker 
execução para acessar um ou mais buckets específicos no Amazon S3, consulte Adicionar 
permissões adicionais do Amazon S3 a uma função de execução em. SageMaker Criar perfil de 
execução

• Além disso, você deve fornecer à sua função de execução as permissões necessárias para 
acessar o bucket de armazenamento padrão do Amazon S3 usado pelo. SageMaker JumpStart 
Esse acesso é necessário para armazenar e recuperar artefatos de modelo pré-treinados em. 
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SageMaker JumpStart Para conceder acesso a esse bucket do Amazon S3, você deve criar uma 
nova política personalizada em linha em seu perfil de execução.

Aqui está um exemplo de política que você pode usar em seu editor JSON ao configurar trabalhos 
de ajuste fino do AutoML em: us-west-2

SageMaker JumpStartOs nomes dos buckets seguem um padrão predeterminado que depende 
doRegiões da AWS. Você deve ajustar o nome do bucket adequadamente.

{ 
    "Sid": "Statement1", 
    "Effect": "Allow", 
    "Action": [ 
        "s3:GetObject", 
        "s3:PutObject", 
        "s3:ListBucket" 
    ], 
    "Resource": [ 
        "arn:aws:s3:::jumpstart-cache-prod-us-west-2", 
        "arn:aws:s3:::jumpstart-cache-prod-us-west-2/*" 
    ]
}

Feito isso, você pode usar o ARN desse perfil de execução nas solicitações da API do Autopilot.

Parâmetros necessários

Ao ligar CreateAutoMLJobV2 para criar um experimento de piloto automático para ajuste fino do 
LLM, você deve fornecer os seguintes valores:

• E AutoMLJobName para especificar o nome do seu trabalho. O nome deve ser do tipo string e 
ter um comprimento mínimo de 1 caractere e um comprimento máximo de 32.

• Pelo menos um AutoMLJobChannel do training tipo dentro do
AutoMLJobInputDataConfig. Esse canal especifica o nome do bucket do Amazon S3 onde 
seu conjunto de dados de ajuste fino está localizado. Você tem a opção de definir um canal
validation. Se nenhum canal de validação for fornecido e um ValidationFraction estiver 
configurado no AutoMLDataSplitConfig, essa fração será utilizada para dividir aleatoriamente 
o conjunto de dados de treinamento em conjuntos de treinamento e validação. Além disso, você 
pode especificar o tipo de conteúdo (arquivos CSV ou Parquet) para o conjunto de dados.
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• Um AutoMLProblemTypeConfig tipo TextGenerationJobConfig para definir as 
configurações do seu trabalho de treinamento.

Em particular, você pode especificar o nome do modelo de base a ser ajustado no campo
BaseModelName. Para ver a lista de modelos pré-treinados disponíveis para ajuste fino no 
Amazon SageMaker Autopilot, consulte. Modelos de linguagem de grande porte compatíveis para 
ajuste fino

• Um OutputDataConfig para especificar o caminho de saída do Amazon S3 para armazenar os 
artefatos do seu trabalho do AutoML.

• Um RoleArn para especificar o ARN da função usada para acessar seus dados.

Veja a seguir um exemplo do formato de solicitação completo usado ao fazer uma chamada de API
CreateAutoMLJobV2 para ajustar um modelo (Falcon7BInstruct).

{ 
   "AutoMLJobName": "<job_name>", 
   "AutoMLJobInputDataConfig": [  
      {  
         "ChannelType": "training", 
         "CompressionType": "None", 
         "ContentType": "text/csv",  
         "DataSource": {  
            "S3DataSource": {  
               "S3DataType": "S3Prefix", 
               "S3Uri": "s3://<bucket_name>/<input_data>.csv" 
            } 
         } 
      } 
   ], 
  "OutputDataConfig": { 
      "S3OutputPath": "s3://<bucket_name>/output", 
      "KmsKeyId": "arn:aws:kms:<region>:<account_id>:key/<key_value>" 
   }, 
   "RoleArn":"arn:aws:iam::<account_id>:role/<sagemaker_execution_role_name>", 
   "AutoMLProblemTypeConfig": { 
        "TextGenerationJobConfig": { 
            "BaseModelName": "Falcon7BInstruct" 
       } 
   }
}
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Todos os outros parâmetros são opcionais.

Parâmetros opcionais

As seções a seguir fornecem detalhes de alguns parâmetros opcionais que você pode passar para o 
seu trabalho AutoML de classificação de texto.

Como especificar os conjuntos de dados de treinamento e validação de um trabalho do AutoML

Você pode fornecer seu próprio conjunto de dados da validação e taxa de divisão de dados 
personalizada, ou deixar o Autopilot dividir o conjunto de dados automaticamente.

Cada AutoMLJobChannelobjeto (consulte o parâmetro obrigatório AutoML JobInputDataConfig) 
tem umChannelType, que pode ser definido como um training ou validation valores que 
especificam como os dados devem ser usados ao criar um modelo de aprendizado de máquina.

Pelo menos uma fonte de dados deve ser fornecida e no máximo duas fontes de dados são 
permitidas: uma para dados de treinamento e outra para dados de validação. A forma como você 
divide os dados em conjuntos de dados de treinamento e validação depende de você ter uma ou 
duas fontes de dados.

• Se você tiver apenas uma fonte de dados, a ChannelType será definida como training por 
padrão e deverá ter esse valor.

• Se o valor ValidationFraction em AutoMLDataSplitConfig não estiver definido, 0,2 
(20%) dos dados dessa fonte serão usados para a validação por padrão.

• Se ValidationFraction for definido como um valor entre 0 e 1, o conjunto de dados será 
dividido com base no valor especificado, em que o valor especifica a fração do conjunto de 
dados usada para validação.

• Se você tiver duas fontes de dados, a ChannelType de um dos objetos AutoMLJobChannel
deverá ser definida como training, o valor padrão. A ChannelType da outra fonte de 
dados deve ser definida como validation. As duas fontes de dados devem ter o mesmo 
formato, CSV ou Parquet, e o mesmo esquema. Nesse caso, você não deve definir o valor em
ValidationFraction porque todos os dados de cada fonte são usados para treinamento ou 
validação. Definir esse valor causa um erro.

Como habilitar a implantação automática

Com o Autopilot, você pode implantar automaticamente seu modelo ajustado em um endpoint. Para 
habilitar a implantação automática para seu modelo ajustado, inclua um ModelDeployConfig
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na solicitação de trabalho do AutoML. Isso permite a implantação de seu modelo ajustado em um 
endpoint. SageMaker Abaixo estão as configurações disponíveis para personalização.

• Para permitir que o Autopilot gere o nome do endpoint, AutoGenerateEndpointName defina 
como True.

• Para fornecer seu próprio nome para o endpoint, defina AutoGenerateEndpointName to
False and provide a name of your choice in EndpointName.

Como definir a aceitação do EULA ao ajustar um modelo usando a API AutoML

Para modelos que exigem a aceitação de um contrato de licença de usuário final antes do ajuste fino, 
você pode aceitar o EULA definindo o AcceptEula atributo to in ModelAccessConfig ao True
configurar seu. TextGenerationJobConfig AutoMLProblemTypeConfig

Como definir hiperparâmetros para otimizar o processo de aprendizado de um modelo

Você pode otimizar o processo de aprendizado do seu modelo de geração de texto 
definindo valores de hiperparâmetros no TextGenerationHyperParameters atributo de
TextGenerationJobConfig ao configurar seu. AutoMLProblemTypeConfig

O piloto automático permite a configuração de quatro hiperparâmetros comuns em todos os modelos.

• epochCount: Seu valor deve ser uma string contendo um valor inteiro dentro do intervalo de 1
até10.

• batchSize: Seu valor deve ser uma string contendo um valor inteiro dentro do intervalo de 1
até64.

• learningRate: Seu valor deve ser uma string contendo um valor de ponto flutuante dentro do 
intervalo de até. 0 1

• learningRateWarmupSteps: Seu valor deve ser uma string contendo um valor inteiro dentro do 
intervalo de 0 até250.

Para obter mais detalhes sobre cada hiperparâmetro, consulteOtimize o processo de aprendizado de 
seus modelos de geração de texto com hiperparâmetros.

O exemplo de JSON a seguir mostra um TextGenerationHyperParameters campo passado 
para o TextGenerationJobConfig onde todos os quatro hiperparâmetros estão configurados.

"AutoMLProblemTypeConfig": { 
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  "TextGenerationJobConfig": { 
    "BaseModelName": "Falcon7B", 
    "TextGenerationHyperParameters": {"epochCount":"5", "learningRate":"0.000001", 
 "batchSize": "32", "learningRateWarmupSteps": "10"} 
  }
}

Modelos de linguagem de grande porte compatíveis para ajuste fino

Usando a API Autopilot, os usuários podem ajustar os seguintes modelos de linguagem grande 
(LLMs). Esses modelos são fornecidos pela Amazon SageMaker JumpStart.

Note

Para modelos de ajuste fino que exigem a aceitação de um contrato de licença do usuário 
final, você deve declarar explicitamente a aceitação do EULA ao criar seu trabalho do 
AutoML. Observe que, após o ajuste fino de um modelo pré-treinado, os pesos do modelo 
original são alterados, portanto, você não precisa aceitar um EULA posteriormente ao 
implantar o modelo ajustado.
Para obter informações sobre como aceitar o EULA ao criar um trabalho de ajuste fino 
usando a API AutoML, consulte. the section called “Definir EULA”

Você pode encontrar os detalhes completos de cada modelo pesquisando sua ID do SageMaker 
JumpStart modelo na tabela de modelos a seguir e, em seguida, seguindo o link na coluna Fonte. 
Esses detalhes podem incluir as linguagens suportadas pelo modelo, os preconceitos que ele pode 
apresentar, os conjuntos de dados empregados para ajuste fino e muito mais.

SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-textgeneration- 
dolly-v2-3b-bf16

Dolly3B Dolly 3B é um grande modelo 
de linguagem de 2,8 bilhões 
de parâmetros que segue 
instruções e baseado em 
pythia-2.8b. Ele é treinado no 
conjunto de dados de ajuste 
fino de instrução/resposta
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

databricks-dolly-15k e pode 
realizar tarefas como brainstor 
ming, classificação, perguntas 
e respostas, geração de texto, 
extração de informações e 
resumo.

huggingface-textgeneration- 
dolly-v2-7b-bf16

Dolly7B Dolly 7B é um grande modelo 
de linguagem de 6,9 bilhões 
de parâmetros que segue 
instruções e baseado em 
pythia-6.9b. Ele é treinado no 
conjunto de dados de ajuste 
fino de instrução/resposta
databricks-dolly-15k e pode 
realizar tarefas como brainstor 
ming, classificação, perguntas 
e respostas, geração de texto, 
extração de informações e 
resumo.

huggingface-textgeneration- 
dolly-v2-12b-bf16

Dolly12B Dolly 12B é um grande 
modelo de linguagem de 
12 bilhões de parâmetro 
s que segue instruções e 
baseado em pythia-12b. Ele é 
treinado no conjunto de dados 
de ajuste fino de instrução/
resposta databricks-dolly-1 
5k e pode realizar tarefas 
como brainstorming, classific 
ação, perguntas e respostas, 
geração de texto, extração de 
informações e resumo.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-llm-falcon-7b-b 
f16

Falcon7B O Falcon 7B é um modelo 
de grande linguagem causal 
de 7 bilhões de parâmetro 
s treinado em 1.500 bilhões 
de tokens aprimorados com 
corpora curados. O Falcon-7B 
é treinado apenas com dados 
em inglês e francês e não 
generaliza adequadamente 
para outros idiomas. Como 
o modelo foi treinado em 
grandes quantidades de 
dados da web, ele carrega os 
estereótipos e preconceitos 
comumente encontrados on-
line.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-llm-falcon-7b-i 
nstruct-bf16

Falcon7BInstruct O Falcon 7B Instruct é um 
modelo de grande linguagem 
causal de 7 bilhões de 
parâmetros construído no 
Falcon 7B e ajustado em 
uma mistura de 250 milhões 
de tokens de conjuntos de 
dados de chat/instruct. O 
Falcon 7B Instruct é treinado 
principalmente em dados 
em inglês e não generaliza 
adequadamente para outros 
idiomas. Além disso, por ser 
treinado em uma corpora 
representativa em grande 
escala da web, ele carrega os 
estereótipos e preconceitos 
comumente encontrados on-
line.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-llm-falcon-40b- 
bf16

Falcon40B O Falcon 40B é um modelo 
de grande linguagem causal 
de 40 bilhões de parâmetro 
s treinado em 1.000 bilhões 
de tokens aprimorados com 
corpora curados. É treinado 
principalmente em inglês, 
alemão, espanhol e francês, 
com capacidades limitadas em 
italiano, português, polonês, 
holandês, romeno, tcheco e 
sueco. Ele não se generaliza 
adequadamente para outros 
idiomas. Além disso, por ser 
treinado em uma corpora 
representativa em grande 
escala da web, ele carrega os 
estereótipos e preconceitos 
comumente encontrados on-
line.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-llm-falcon-40b- 
instruct-bf16

Falcon40BInstruct O Falcon 40B Instruct é um 
modelo de grande linguagem 
causal de 40 bilhões de 
parâmetros construído no 
Falcon40B e ajustado em 
uma mistura de Baize. Ele é 
treinado principalmente em 
dados em inglês e francês e 
não se generaliza adequadam 
ente para outros idiomas. 
Além disso, por ser treinado 
em uma corpora represent 
ativa em grande escala 
da web, ele carrega os 
estereótipos e preconceitos 
comumente encontrados on-
line.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-text2text-flan-t5-
large

FlanT5L A família de modelos Flan-
T5 é um conjunto de grandes 
modelos de linguagem que 
são ajustados em várias 
tarefas e podem ser treinados 
posteriormente. Esses 
modelos são adequados 
para tarefas como tradução 
de idiomas, geração de 
texto, conclusão de frases, 
desambiguação de sentido de 
palavras, resumo ou resposta 
a perguntas. O Flan T5 L é um 
modelo de linguagem grande 
de 780 milhões de parâmetro 
s treinado em vários idiomas.
Você pode encontrar a lista 
dos idiomas suportados pelo 
Flan T5 L nos detalhes do 
modelo recuperados de sua 
pesquisa por ID do modelo na 
tabela SageMaker JumpStart 
do modelo.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-text2text-flan-t5-
xl

FlanT5XL A família de modelos Flan-
T5 é um conjunto de grandes 
modelos de linguagem que 
são ajustados em várias 
tarefas e podem ser treinados 
posteriormente. Esses 
modelos são adequados 
para tarefas como tradução 
de idiomas, geração de 
texto, conclusão de frases, 
desambiguação de sentido 
de palavras, resumo ou 
resposta a perguntas. O 
Flan T5 XL é um modelo 
de linguagem grande de 
3 bilhões de parâmetros 
treinado em vários idiomas.
Você pode encontrar a lista 
dos idiomas suportados pelo 
Flan T5 XL nos detalhes do 
modelo recuperados de sua 
pesquisa por ID do modelo na 
SageMaker JumpStart tabela 
do modelo.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-text2text-flan-t5-
xxll

FlanT5XXL A família de modelos Flan-
T5 é um conjunto de grandes 
modelos de linguagem que 
são ajustados em várias 
tarefas e podem ser treinados 
posteriormente. Esses 
modelos são adequados 
para tarefas como tradução 
de idiomas, geração de 
texto, conclusão de frases, 
desambiguação de sentido 
de palavras, resumo ou 
resposta a perguntas. O Flan 
T5 XXL é um modelo de 11 
bilhões de parâmetros. Você 
pode encontrar a lista dos 
idiomas suportados pelo 
Flan T5 XXL nos detalhes do 
modelo recuperados de sua 
pesquisa por ID do modelo na 
SageMaker JumpStart tabela 
do modelo.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

meta-textgeneration-llama-2 
-7b

Llama2-7B O Llama 2 é uma coleção de 
modelos de texto generativo 
pré-treinados e ajustados, que 
variam em escala de 7 bilhões 
a 70 bilhões de parâmetro 
s. O Llama2-7B é o modelo 
de 7 bilhões de parâmetros 
destinado ao uso em inglês e 
que pode ser adaptado para 
uma variedade de tarefas de 
geração de linguagem natural.

meta-textgeneration-llama-2 
-7b-f

Llama2-7BChat O Llama 2 é uma coleção de 
modelos de texto generativo 
pré-treinados e ajustados, que 
variam em escala de 7 bilhões 
a 70 bilhões de parâmetro 
s. O Llama2-7B é o modelo 
de bate-papo de 7 bilhões de 
parâmetros otimizado para 
casos de uso de diálogo.

meta-textgeneration-llama-2 
-13b

Llama2-13B O Llama 2 é uma coleção de 
modelos de texto generativo 
pré-treinados e ajustados, que 
variam em escala de 7 bilhões 
a 70 bilhões de parâmetros. 
O Llama2-13B é o modelo 
de 13 bilhões de parâmetros 
destinado ao uso em inglês e 
que pode ser adaptado para 
uma variedade de tarefas de 
geração de linguagem natural.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

meta-textgeneration-llama-2 
-13b-f

Llama2-13BChat O Llama 2 é uma coleção de 
modelos de texto generativo 
pré-treinados e ajustados, que 
variam em escala de 7 bilhões 
a 70 bilhões de parâmetros. 
O Llama2-13B é o modelo de 
bate-papo de 13 bilhões de 
parâmetros otimizado para 
casos de uso de diálogo.

huggingface-llm-mistral-7b Mistral7B O Mistral 7B é um código de 
sete bilhões de parâmetro 
s e um modelo de geração 
de texto em inglês de uso 
geral. Ele pode ser usado em 
vários casos de uso, incluindo 
resumo de texto, classificação, 
preenchimento de texto ou 
preenchimento de código.

huggingface-llm-mistral-7b- 
instruction

Mistral7BInstruct O Mistral 7B Instruct é a 
versão aperfeiçoada do Mistral 
7B para casos de uso de 
conversação. Foi especiali 
zado usando uma variedade 
de conjuntos de dados de 
conversação disponíveis 
publicamente em inglês.
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SageMaker JumpStart ID do 
modelo

BaseModelName  na solicitaç 
ão de API

Descrição

huggingface-textgeneration1-
mpt-7b-bf16

MPT7B O MPT 7B é um modelo de 
grande idioma transformador 
no estilo decodificador com 
6,7 bilhões de parâmetros, 
pré-treinado do zero em 1 
trilhão de tokens de texto e 
código em inglês. Ele está 
preparado para lidar com 
longos comprimentos de 
contexto.

huggingface-textgeneration1-
mpt-7b-instruct-bf16

MPT7BInstruct O MPT 7B Instruct é um 
modelo para instruções curtas 
após tarefas. Ele é construíd 
o ajustando o MPT 7B em um 
conjunto de dados derivado 
dos conjuntos de dados
databricks-dolly-15k e dos 
conjuntos de dados Anthropic 
Helpful and Harmless (HH-
RLHF).

Tipos de arquivo de conjunto de dados e formato de dados de entrada

O ajuste fino baseado em instruções usa conjuntos de dados rotulados para melhorar o desempenho 
de LLMs pré-treinados em tarefas específicas de processamento de linguagem natural (NLP). Os 
exemplos rotulados são formatados como pares de pronto-resposta e expressos como instruções.

Para saber mais sobre os tipos de arquivo de conjunto de dados compatíveis, consulte Tipos de 
arquivo de conjunto de dados compatíveis.

Para saber mais sobre o formato de dados de entrada, consulte Formato de dados de entrada para 
ajuste fino baseado em instruções.
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Tipos de arquivo de conjunto de dados compatíveis

O Autopilot suporta conjuntos de dados de ajuste fino baseados em instruções formatados como 
arquivos CSV (padrão) ou como arquivos Parquet.

• CSV (valores separados por vírgula) é um formato de arquivo baseado em linhas que armazena 
dados em texto simples legível por humanos, que é uma escolha popular para troca de dados, pois 
é suportado por uma ampla variedade de aplicativos.

• O Parquet é um formato de arquivo binário baseado em colunas em que os dados são 
armazenados e processados com mais eficiência do que em formatos de arquivo legíveis por 
humanos, como CSV. Isso o torna uma opção melhor para problemas de big data.

Note

O conjunto de dados pode consistir em vários arquivos, cada um dos quais deve seguir um 
modelo específico. Para obter informações sobre como formatar seus dados de entrada, 
consulte Formato de dados de entrada para ajuste fino baseado em instruções.

Formato de dados de entrada para ajuste fino baseado em instruções

Cada arquivo no conjunto de dados deve seguir o seguinte formato:

• O conjunto de dados deve conter exatamente duas colunas separadas por vírgula e nomeadas,
input e output. O piloto automático não permite colunas adicionais.

• As colunas input contêm as solicitações e as correspondentes output contêm a resposta 
esperada. Tanto o input quanto output estão no formato de string.

O exemplo a seguir ilustra o formato de dados de entrada para o ajuste fino baseado em instruções 
no Autopilot.

input,output
"<prompt text>","<expected generated text>"
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Note

Recomendamos usar conjuntos de dados com no mínimo 1.000 linhas para garantir o 
aprendizado e o performance ideais do modelo.

Além disso, o Autopilot define um limite máximo para o número de linhas no conjunto de dados e o 
tamanho do contexto com base no tipo de modelo que está sendo usado.

• Os limites do número de linhas em um conjunto de dados se aplicam à contagem cumulativa de 
linhas em todos os arquivos dentro do conjunto de dados, incluindo vários arquivos. Se houver 
dois tipos de canais definidos (um para treinamento e outro para validação), o limite se aplica ao 
número total de linhas em todos os conjuntos de dados em ambos os canais. Quando o número de 
linhas excede o limite, o trabalho falha com um erro de validação.

• Quando o comprimento da entrada ou saída de uma linha no conjunto de dados excede o limite 
definido no contexto do modelo de linguagem, ele é automaticamente truncado. Se mais de 60% 
das linhas no conjunto de dados estiverem truncadas, seja na entrada ou na saída, o Autopilot 
falhará no trabalho com um erro de validação.

A tabela a seguir apresenta esses limites para cada modelo.

SageMaker JumpStart 
ID do modelo

BaseModelName  na 
solicitação de API

Limite de linhas Limite de comprimen 
to do contexto

huggingface-textge 
neration-dolly-v2-3b-
bf16

Dolly3B 10.000 linhas 1.024 tokens

huggingface-textge 
neration-dolly-v2-7b-
bf16

Dolly7B 10.000 linhas 1.024 tokens

huggingface-textge 
neration-dolly-v2-12b-
bf16

Dolly12B 10.000 linhas 1.024 tokens
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SageMaker JumpStart 
ID do modelo

BaseModelName  na 
solicitação de API

Limite de linhas Limite de comprimen 
to do contexto

huggingface-llm-fa 
lcon-7b-bf16

Falcon7B 1.000 linhas 1.024 tokens

huggingface-llm-fa 
lcon-7b-instruct-bf16

Falcon7BI 
nstruct

1.000 linhas 1.024 tokens

huggingface-llm-fa 
lcon-40b-bf16

Falcon40B 10.000 linhas 1.024 tokens

huggingface-llm-fa 
lcon-40b-instruct-bf16

Falcon40B 
Instruct

10.000 linhas 1.024 tokens

huggingface-text2text-
flan-t5-large

FlanT5L 10.000 linhas 1.024 tokens

huggingface-text2text-
flan-t5-xl

FlanT5XL 10.000 linhas 1.024 tokens

huggingface-text2text-
flan-t5-xxll

FlanT5XXL 10.000 linhas 1.024 tokens

meta-textgeneration-
llama-2-7b

Llama2-7B 10.000 linhas 2.048 tokens

meta-textgeneration-
llama-2-7b-f

Llama2-7BChat 10.000 linhas 2.048 tokens

meta-textgeneration-
llama-2-13b

Llama2-13B 7.000 linhas 2.048 tokens

meta-textgeneration-
llama-2-13b-f

Llama2-13BChat 7.000 linhas 2.048 tokens

huggingface-llm-mi 
stral-7b

Mistral7B 10.000 linhas 2.048 tokens
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SageMaker JumpStart 
ID do modelo

BaseModelName  na 
solicitação de API

Limite de linhas Limite de comprimen 
to do contexto

huggingface-llm-mi 
stral-7b-instruct

Mistral7B 
Instruct

10.000 linhas 2.048 tokens

huggingface-textge 
neration1-mpt-7b-bf16

MPT7B 10.000 linhas 1.024 tokens

huggingface-textge 
neration1-mpt-7b-i 
nstruct-bf16

MPT7BInstruct 10.000 linhas 1.024 tokens

Otimize o processo de aprendizado de seus modelos de geração de texto com 
hiperparâmetros

Você pode otimizar o processo de aprendizado do seu modelo básico ajustando qualquer 
combinação dos seguintes hiperparâmetros. Esses parâmetros estão disponíveis para todos os 
modelos.

• Contagem de épocas: o epochCount hiperparâmetro determina quantas vezes o modelo passa 
por todo o conjunto de dados de treinamento. Ela influencia a duração do treinamento e pode 
evitar o ajuste excessivo quando configurada de forma adequada. Um grande número de épocas 
pode aumentar o tempo de execução geral dos trabalhos de ajuste fino. Recomendamos definir 
um grande MaxAutoMLJobRuntimeInSeconds dentro do TextGenerationJobConfig
para evitar que os trabalhos CompletionCriteria de ajuste fino sejam interrompidos 
prematuramente.

• Tamanho do lote: o batchSize hiperparâmetro define o número de amostras de dados usadas 
em cada iteração do treinamento. Isso pode afetar a velocidade de convergência e o uso da 
memória. Com um lote grande, o risco de erros de falta de memória (OOM) aumenta, o que 
pode surgir como um erro interno do servidor no piloto automático. Para verificar esse erro, 
verifique o grupo de /aws/sagemaker/TrainingJobs registros dos trabalhos de treinamento 
iniciados pelo seu trabalho de piloto automático. Você pode acessar esses CloudWatch logins no 
console AWS de gerenciamento. Escolha Registros e, em seguida, escolha o grupo de /aws/
sagemaker/TrainingJobs registros. Para corrigir erros de OOM, reduza o tamanho do lote.
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Recomendamos começar com um tamanho de lote de 1 e aumentá-lo incrementalmente até que 
ocorra um erro de falta de memória. Como referência, 10 épocas normalmente levam até 72h para 
serem concluídas.

• Taxa de aprendizado: o learningRate hiperparâmetro controla o tamanho da etapa na qual os 
parâmetros de um modelo são atualizados durante o treinamento. Ele determina com que rapidez 
ou lentidão os parâmetros do modelo são atualizados durante o treinamento. Uma alta taxa de 
aprendizado significa que os parâmetros são atualizados por um grande tamanho de etapa, o 
que pode levar a uma convergência mais rápida, mas também pode fazer com que o processo de 
otimização ultrapasse a solução ideal e se torne instável. Uma baixa taxa de aprendizado significa 
que os parâmetros são atualizados em etapas pequenas, o que pode levar a uma convergência 
mais estável, mas ao custo de um aprendizado mais lento.

• Etapas de aquecimento da taxa de aprendizado: O learningRateWarmupSteps hiperparâmetro 
especifica o número de etapas de treinamento durante as quais a taxa de aprendizado aumenta 
gradualmente antes de atingir sua meta ou valor máximo. Isso ajuda o modelo a convergir com 
mais eficiência e evitar problemas como divergência ou convergência lenta que podem ocorrer 
com uma taxa de aprendizado inicialmente alta.

Para saber como ajustar os hiperparâmetros para seu experimento de ajuste fino no piloto 
automático e descobrir seus possíveis valores, consulte. Como definir hiperparâmetros para otimizar 
o processo de aprendizado de um modelo

Métricas para ajustar modelos de linguagem grandes no Autopilot

Usando seu conjunto de dados, o Autopilot ajusta diretamente seu modelo de linguagem de destino 
(LLM) para aprimorar uma métrica objetiva padrão, a perda de entropia cruzada.

A perda de entropia cruzada é uma métrica amplamente usada para avaliar a dissimilaridade entre 
a distribuição de probabilidade prevista e a distribuição real das palavras nos dados de treinamento. 
Ao minimizar a perda de entropia cruzada, o modelo aprende a fazer previsões mais precisas e 
contextualmente relevantes, principalmente em tarefas relacionadas à geração de texto.

Depois de ajustar um LLM, você pode avaliar a qualidade do texto gerado usando uma variedade de 
pontuações do ROUGE. Além disso, você pode analisar as perdas de treinamento e validação de 
perplexidade e entropia cruzada como parte do processo de avaliação.
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• A perda de perplexidade mede o quão bem o modelo pode prever a próxima palavra em uma 
sequência de texto, com valores mais baixos indicando uma melhor compreensão do idioma e do 
contexto.

• O Recall-Oriented Understudy for Gisting Evaluation (ROUGE) é um conjunto de métricas usadas 
no campo do processamento de linguagem natural (PNL) e do aprendizado de máquina para 
avaliar a qualidade do texto gerado por máquina, como resumo ou geração de texto. Ele avalia 
principalmente as semelhanças entre o texto gerado e o texto de referência da verdade básica 
(escrito por humanos) de um conjunto de dados de validação. As medidas ROUGE são projetadas 
para avaliar vários aspectos da similaridade de texto, incluindo a precisão e a recordação de n-
gramas (sequências contíguas de palavras) nos textos gerados pelo sistema e de referência. O 
objetivo é avaliar o quão bem um modelo captura as informações presentes no texto de referência.

Existem várias variantes das métricas do ROUGE, dependendo do tipo de n-gramas usados e dos 
aspectos específicos da qualidade do texto que estão sendo avaliados.

A lista a seguir contém o nome e a descrição das métricas do ROUGE disponíveis após o ajuste 
fino de grandes modelos de linguagem no Autopilot.

ROUGE-1, ROUGE-2

ROUGE-N, a métrica principal do ROUGE, mede a sobreposição de n-gramas entre os textos 
gerados pelo sistema e os de referência. O ROUGE-N pode ser ajustado para diferentes 
valores de n (aqui 1 ou2) para avaliar o quão bem o texto gerado pelo sistema captura os n-
gramas do texto de referência.

ROUGE-L

ROUGE-L (Rouge-longest Common Subsequence) calcula a maior subsequência comum 
entre o texto gerado pelo sistema e o texto de referência. Essa variante considera a ordem das 
palavras, além da sobreposição de conteúdo.

ROUGE-L-Sum

ROUGE-L-SUM (Longest Common Subsequence for Summarization) foi projetado para a 
avaliação de sistemas de resumo de texto. Ele se concentra em medir a maior subsequência 
comum entre o resumo gerado pela máquina e o resumo de referência. O ROUGE-L-SUM leva 
em consideração a ordem das palavras no texto, o que é importante nas tarefas de resumo do 
texto.

Crie um trabalho de ajuste fino do LLM usando a API AutoML 251



Amazon SageMaker Guia do Desenvolvedor

Implantação e previsões do modelo de Autopilot

Depois de ajustar um modelo de linguagem grande (LLM), você pode implantar o modelo para 
geração de texto em tempo real configurando um endpoint para obter previsões interativas.

Note

Recomendamos executar trabalhos de inferência em tempo real ml.g5.12xlarge para 
obter melhores performances. Como alternativa, as instâncias ml.g5.8xlarge são 
adequadas para tarefas de geração de texto Falcon-7B-Instruct e MPT-7B-Instruct.
Você pode encontrar as especificidades dessas instâncias na categoria Computação 
acelerada na seleção de tipos de instância fornecidos pelo Amazon EC2.

Geração de texto em tempo real

Você pode usar SageMaker APIs para implantar manualmente seu modelo ajustado em um endpoint 
de inferência em tempo real do SageMaker Hosting e, em seguida, começar a fazer previsões 
invocando o endpoint da seguinte maneira.

Note

Como alternativa, você pode escolher a opção de implantação automática o criar seu 
experimento de ajuste fino no Autopilot. Para obter informações sobre como configurar a 
implantação automática de modelos, consulte Como habilitar a implantação automática.
Você também pode usar o SDK do SageMaker Python e a JumpStartModel classe para 
realizar inferências com modelos ajustados pelo Autopilot. Isso pode ser feito especificando 
um local personalizado para o artefato do modelo no Amazon S3. Para obter informações 
sobre como definir seu modelo como SageMaker JumpStart modelo e implantar seu modelo 
para inferência, consulte Implantação de baixo código com a classe. JumpStartModel

1. Obtenha as definições do contêiner de inferência candidato

Você pode encontrar o InferenceContainerDefinitions interior do BestCandidate objeto 
recuperado da resposta à chamada da API DescribeAutoMLJobV2. Uma definição de contêiner 
para inferência refere-se ao ambiente em contêineres projetado para implantar e executar seu 
modelo treinado para fazer previsões.
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O exemplo de AWS CLI comando a seguir usa a API DescribeAutoMLJobV2 para obter as 
definições de contêiner recomendadas para o nome do seu trabalho.

aws sagemaker describe-auto-ml-job-v2 --auto-ml-job-name job-name --region region

2. Crie um SageMaker modelo

Use as definições de contêiner da etapa anterior para criar um SageMaker modelo usando a
CreateModelAPI. Veja o comando AWS CLI a seguir como exemplo. Use o CandidateName para 
o nome do modelo.

aws sagemaker create-model --model-name '<your-candidate-name>' \ 
                    --primary-container '<container-definition' \ 
                    --execution-role-arn '<execution-role-arn>' --region '<region>

3. Criar uma configuração de endpoint

O exemplo de AWS CLI comando a seguir usa a CreateEndpointConfigAPI para criar uma 
configuração de endpoint.

Note

Para evitar que a criação do endpoint atinja o tempo limite devido a um longo download do 
modelo, recomendamos configurar ModelDataDownloadTimeoutInSeconds = 3600
e ContainerStartupHealthCheckTimeoutInSeconds = 3600.

aws sagemaker create-endpoint-config --endpoint-config-name '<your-endpoint-config-
name>' \ 
                    --production-variants '<list-of-
production-variants>' ModelDataDownloadTimeoutInSeconds=3600 
 ContainerStartupHealthCheckTimeoutInSeconds=3600 \ 
                    --region '<region>'

4. Criar o endpoint

O AWS CLI exemplo a seguir usa a CreateEndpointAPI para criar o endpoint.

aws sagemaker create-endpoint --endpoint-name '<your-endpoint-name>' \ 
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                    --endpoint-config-name '<endpoint-config-name-you-just-created>' 
 \ 
                    --region '<region>'

Verifique o progresso da implantação do seu endpoint usando a DescribeEndpointAPI. Veja o 
comando AWS CLI a seguir como exemplo.

aws sagemaker describe-endpoint —endpoint-name '<endpoint-name>' —region <region>

Depois das EndpointStatus alterações InService, o endpoint está pronto para ser usado 
para inferência em tempo real.

5. Invoque o endpoint

O comando a seguir invoca o endpoint para inferência em tempo real. Seu prompt precisa ser 
codificado em bytes.

Note

O formato do seu prompt de entrada depende do modelo de linguagem. Para obter mais 
informações sobre o formato de solicitações de geração de texto, consulte Formato de 
solicitação para inferência em tempo real de modelos de geração de texto.

aws sagemaker invoke-endpoint --endpoint-name '<endpoint-name>' \  
                  --region '<region>' --body '<your-promt-in-bytes>' [--content-type] 
 'application/json' <outfile>

Formato de solicitação para inferência em tempo real de modelos de geração de texto

Diferentes modelos de linguagem grande (LLMs) podem ter dependências específicas de software, 
ambientes de execução e requisitos de hardware que influenciam o contêiner recomendado pelo 
Autopilot para hospedar o modelo para inferência. Além disso, cada modelo determina o formato de 
dados de entrada necessário e o formato esperado para previsões e saídas.

Aqui estão exemplos de entradas para alguns modelos e contêineres recomendados.

• Para modelos Falcon com o contêiner huggingface-pytorch-tgi-inference:2.0.1-
tgi1.0.3-gpu-py39-cu118-ubuntu20.04 recomendado:
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payload = { 
    "inputs": "Large language model fine-tuning is defined as", 
    "parameters": { 
        "do_sample": false, 
        "top_p": 0.9, 
        "temperature": 0.1, 
        "max_new_tokens": 128, 
        "stop": ["<|endoftext|>", "</s>"] 
    }
}

• Para todos os outros modelos com o contêiner recomendadodjl-inference:0.22.1-
fastertransformer5.3.0-cu118:

payload= { 
    "text_inputs": "Large language model fine-tuning is defined as"
}

Crie um experimento de piloto automático de regressão ou classificação 
para dados tabulares usando a interface do usuário do Studio Classic

Note

Todas as instruções relacionadas à interface do usuário neste guia se referem aos recursos 
autônomos do Autopilot antes da migração para o Amazon Canvas. SageMaker  Os usuários 
que seguem essas instruções devem usar o Studio Classic.

Você pode usar a interface do usuário do Amazon SageMaker Studio Classic para criar experimentos 
de piloto automático para problemas de classificação ou regressão em dados tabulares. A 
interface do usuário ajuda você a especificar o nome do seu experimento, fornecer locais para os 
dados de entrada e saída e especificar quais dados-alvo prever. Opcionalmente, você também 
pode especificar o tipo de problema que deseja resolver (regressão, classificação, classificação 
multiclasse), escolher sua estratégia de modelagem (conjuntos empilhados ou otimização de 
hiperparâmetros), selecionar a lista de algoritmos usados pelo trabalho do piloto automático para 
treinar os dados e muito mais.
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A interface do usuário tem descrições, opções de alternância, menus suspensos, botões de 
opção e muito mais para ajudá-lo a navegar criando seus candidatos a modelo. Após a execução 
do experimento, você pode comparar os testes e se aprofundar nos detalhes das etapas de 
pré-processamento, dos algoritmos e dos intervalos de hiperparâmetros de cada modelo.
Opcionalmente, você pode baixar seus relatórios de explicabilidade e desempenho. Use os cadernos
fornecidos para ver os resultados da exploração automatizada de dados ou as definições do modelo 
candidato.

Como alternativa, você pode usar a API Autopilot AutoML no. Crie um trabalho de regressão ou 
classificação para dados tabulares usando a API AutoML

Configurar os parâmetros padrão de um experimento de piloto automático (para 
administradores)

O Autopilot suporta a definição de valores padrão para simplificar a configuração do Amazon 
SageMaker Autopilot quando você cria um experimento do Autopilot usando a interface do Studio 
Classic. Os administradores podem usar as configurações de ciclo de vida (LCC) do Studio Classic 
para definir valores de infraestrutura, rede e segurança nos arquivos de configuração e preencher 
previamente as configurações avançadas dos trabalhos. AutoML

Ao fazer isso, eles podem controlar totalmente a conectividade de rede e as permissões de 
acesso aos recursos associados ao Amazon SageMaker Studio Classic, incluindo SageMaker 
instâncias, fontes de dados, dados de saída e outros serviços relacionados. Especificamente, os 
administradores podem configurar a arquitetura de rede desejada, como Amazon VPC, sub-redes 
e grupos de segurança, para um domínio do Studio Classic ou perfis de usuário individuais. Os 
cientistas de dados podem se concentrar nos parâmetros específicos da ciência de dados ao criar 
seus experimentos de piloto automático usando a interface do usuário do Studio Classic. Além disso, 
os administradores podem gerenciar a criptografia de dados na instância em que os experimentos do 
Autopilot são executados definindo chaves de criptografia padrão.

Note

Este atributo está disponível nas regiões Ásia-Pacífico (Hong Kong) e Oriente Médio 
(Bahrein).

Nas seções a seguir, você encontrará a lista completa de parâmetros que suportam a configuração 
de padrões ao criar um experimento de piloto automático usando a interface do usuário do Studio 
Classic e aprender como definir esses valores padrão.
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Tópicos

• Lista de parâmetros padrão suportados

• Defina os parâmetros padrão do experimento do piloto automático

Lista de parâmetros padrão suportados

Os parâmetros a seguir permitem definir valores padrão com um arquivo de configuração para 
criar um experimento de piloto automático usando a interface do usuário do Studio Classic. Depois 
de definidos, os valores preenchem automaticamente o campo correspondente na guia Criar 
experimento do piloto automático na interface do usuário do Studio Classic. Consulte Configurações 
avançadas (opcional) para obter uma descrição completa de cada campo.

• Segurança: Amazon VPC, sub-redes e grupos de segurança.

• Acesso: ARNs do perfil do IAM AWS.

• Criptografia: IDs de AWS KMS chave.

• Tags: pares de valores-chave usados para rotular e organizar SageMaker recursos.

Defina os parâmetros padrão do experimento do piloto automático

Os administradores podem definir valores padrão em um arquivo de configuração e, em seguida, 
colocá-lo manualmente em um local recomendado no ambiente Studio Classic de usuários 
específicos, ou podem passar o arquivo para um script de configuração do ciclo de vida (LCC) para 
automatizar a personalização do ambiente Studio Classic para um determinado domínio ou perfil de 
usuário.

• Para configurar o arquivo de configuração, comece  preenchendo seus parâmetros padrão.

Para configurar qualquer um ou todos os valores padrão listados em Lista de parâmetros padrão 
suportados, os administradores podem criar um arquivo de configuração chamado config.yaml, 
cuja estrutura deve seguir esse exemplo de arquivo de configuração. O trecho a seguir mostra um 
exemplo de arquivo de configuração com todos os parâmetros AutoML compatíveis. Para obter 
mais informações sobre o formato desse arquivo, consulte o esquema completo.

SchemaVersion: '1.0'
SageMaker: 
  AutoMLJob: 
    # https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_CreateAutoMLJob.html 
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    AutoMLJobConfig: 
      SecurityConfig: 
        EnableInterContainerTrafficEncryption: true 
        VolumeKmsKeyId: 'kms-key-id' 
        VpcConfig: 
          SecurityGroupIds: 
            - 'security-group-id-1' 
            - 'security-group-id-2' 
          Subnets: 
            - 'subnet-1' 
            - 'subnet-2' 
    OutputDataConfig: 
      KmsKeyId: 'kms-key-id' 
    RoleArn: 'arn:aws:iam::111222333444:role/Admin' 
    Tags: 
    - Key: 'tag_key' 
      Value: 'tag_value'

• Em seguida, coloque o arquivo de configuração no local recomendado copiando manualmente o 
arquivo para os caminhos recomendados ou usando uma configuração de ciclo de vida (LCC).

O arquivo de configuração precisa estar presente em pelo menos um dos seguintes locais no 
ambiente Studio Classic do usuário. Por padrão, SageMaker procura um arquivo de configuração 
em dois locais:

• Primeiro, em /etc/xdg/sagemaker/config.yaml. Nós nos referimos a esse arquivo como 
arquivo de configuração do administrador.

• Então, em /root/.config/sagemaker/config.yaml. Nós nos referimos a esse arquivo 
como o arquivo de configuração do usuário.

Usando o arquivo de configuração do administrador, os administradores podem definir um 
conjunto de valores padrão. Opcionalmente, eles podem usar o arquivo de configuração do
usuário para substituir os valores definidos no arquivo de configuração do administrador ou definir 
valores adicionais de parâmetros padrão.

O trecho a seguir mostra um exemplo de script que grava o arquivo de configuração de parâmetros 
padrão no local do administrador no ambiente Studio Classic do usuário. É possível substituir
/etc/xdg/sagemaker por /root/.config/sagemaker para gravar o arquivo no local do
usuário.

## Sample script with AutoML intelligent defaults
#!/bin/bash
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sudo mkdir -p /etc/xdg/sagemaker

echo "SchemaVersion: '1.0'
CustomParameters: 
  AnyStringKey: 'AnyStringValue'
SageMaker: 
  AutoMLJob: 
    # https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_CreateAutoMLJob.html 
    AutoMLJobConfig: 
      SecurityConfig: 
        EnableInterContainerTrafficEncryption: true 
        VolumeKmsKeyId: 'kms-key-id' 
        VpcConfig: 
          SecurityGroupIds: 
            - 'security-group-id-1' 
            - 'security-group-id-2' 
          Subnets: 
            - 'subnet-1' 
            - 'subnet-2' 
    OutputDataConfig: 
      KmsKeyId: 'kms-key-id' 
    RoleArn: 'arn:aws:iam::111222333444:role/Admin' 
    Tags: 
    - Key: 'tag_key' 
      Value: 'tag_value'
" | sudo tee /etc/xdg/sagemaker/config.yaml

• Copiar os arquivos manualmente — Para copiar os arquivos de configuração manualmente, 
execute o script criado na etapa anterior em um terminal do Studio Classic. Nesse caso, o perfil 
de usuário que executou o script pode criar experimentos de piloto automático com os valores 
padrão aplicáveis somente a eles.

• Crie uma configuração de SageMaker ciclo de vida — Como alternativa, você pode usar uma
configuração de ciclo de vida (LCC) para automatizar a personalização do seu ambiente Studio 
Classic. LCC são scripts de shell acionados por eventos do ciclo de vida do Amazon SageMaker 
Studio Classic, como iniciar um aplicativo Studio Classic. Essa personalização inclui a instalação 
de pacotes personalizados, a configuração de extensões do notebook, o pré-carregamento 
de conjuntos de dados, a configuração de repositórios de código-fonte ou, no nosso caso, o 
preenchimento prévio dos parâmetros padrão. Os administradores podem anexar a LCC a um 
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domínio do Studio Classic para automatizar a configuração dos valores padrão para cada perfil 
de usuário dentro desse domínio.

As seções a seguir detalham como criar uma configuração de ciclo de vida para que os usuários 
possam carregar automaticamente os parâmetros padrão do Autopilot ao iniciar o Studio 
Classic. Você pode escolher criar uma LCC usando o SageMaker console ou o. AWS CLI

Create a LCC from the SageMaker Console

Use as etapas a seguir para criar uma LCC contendo seus parâmetros padrão, anexar a LCC 
a um domínio ou perfil de usuário e, em seguida, iniciar um aplicativo Studio Classic pré-
preenchido com os parâmetros padrão definidos pela LCC usando o console. SageMaker

• Para criar uma configuração de ciclo de vida que execute o script contendo seus valores 
padrão usando o console SageMaker

• Abra o SageMaker console emhttps://console.aws.amazon.com/sagemaker/.

• No lado esquerdo, navegue até Configurações do administrador e, em seguida, 
Configurações do ciclo de vida.

• Na página de configurações do ciclo de vida, navegue até a guia Studio Classic e 
escolha Criar configuração.

• Em Nome, digite um nome usando caracteres alfanuméricos e “-”, mas sem espaços. 
Um rótulo pode ter no máximo 63 caracteres.

• Cole seu script na seção Scripts.

• Escolha Criar configuração para criar a configuração do ciclo de vida. Isso cria uma LCC 
do tipoKernel gateway app.

• Para anexar a configuração do ciclo de vida a um domínio do Studio Classic, a um espaço 
ou a um perfil de usuário

Siga as etapas em Anexar a configuração do ciclo de vida ao domínio ou perfil de usuário 
do Studio Classic para anexar sua LCC a um domínio do Studio Classic ou a um perfil de 
usuário específico.

• Para iniciar seu aplicativo Studio Classic com a configuração do ciclo de vida

Depois que a LCC é anexada a um domínio ou perfil de usuário, os usuários afetados 
podem iniciar um aplicativo Studio Classic na página inicial do Studio Classic no 
Studio para obter automaticamente os padrões definidos pela LCC. Isso preenche 
automaticamente a interface do usuário do Studio Classic ao criar um experimento de 
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Create a LCC from the AWS CLI

Use os trechos a seguir para iniciar um aplicativo Studio Classic que executa seu script
usando o. AWS CLI Observe que esse lifecycle_config.sh é o nome dado ao seu 
script neste exemplo.

Antes de começar:

• Verifique se você atualizou e configurou AWS CLI preenchendo os pré-requisitos descritos 
em Criar uma configuração de ciclo de vida a partir do AWS CLI.

• Instale a documentação do OpenSSL. O AWS CLI comando usa a biblioteca de código 
aberto OpenSSL para codificar seu script no formato Base64. Esse requisito evita erros 
que ocorram devido à codificação de espaçamento e quebra de linha.

Agora você pode seguir estas três etapas:

• Crie uma nova configuração de ciclo de vida referenciando o script de configuração
lifecycle_config.sh

LCC_CONTENT=`openssl base64 -A -in lifecycle_config.sh`

## Create a new lifecycle config  
aws sagemaker create-studio-lifecycle-config --region region \
--studio-lifecycle-config-name lcc-name \
--studio-lifecycle-config-content $LCC_CONTENT \
--studio-lifecycle-config-app-type default

Anote o ARN da configuração de ciclo de vida recém-criada que é retornada. Esse ARN é 
obrigatório para anexar a configuração do ciclo de vida ao seu aplicativo.

• Anexe a configuração do ciclo de vida ao seu JupyterServerApp

O exemplo a seguir mostra como criar um novo perfil de usuário com uma configuração 
de ciclo de vida anexada. Para atualizar um perfil de usuário existente, use o AWS CLI
update-user-profilecomando. Para criar ou atualizar um domínio, consulte create-domain
e update-domain. Adicione o ARN da configuração do ciclo de vida da etapa anterior às 
configurações do tipo de aplicativo JupyterServerAppSettings. É possível adicionar 
várias configurações de ciclo de vida ao mesmo tempo usando uma lista de configurações 
de ciclo de vida.

# Create a new UserProfile
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aws sagemaker create-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"JupyterServerAppSettings": { 
  "LifecycleConfigArns": 
    ["lifecycle-configuration-arn"] 
  }
}'

Depois que a LCC é anexada a um domínio ou perfil de usuário, os usuários afetados 
podem desligar e atualizar seu aplicativo Studio Classic existente seguindo as etapas em
Desligar e atualizar o Amazon SageMaker Studio Classic, ou iniciar um novo aplicativo 
Studio Classic a partir do AWS console para obter automaticamente os padrões definidos 
pela LCC. Isso preenche automaticamente a interface do usuário do Studio Classic ao 
criar um experimento de piloto automático. Como alternativa, eles podem iniciar um novo 
aplicativo Studio Classic usando o AWS CLI seguinte.

• Inicie seu aplicativo Studio Classic com a configuração do ciclo de vida usando o AWS CLI

# Create a Jupyter Server application
aws sagemaker create-app --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--app-type JupyterServer \
--resource-spec LifecycleConfigArn=lifecycle-configuration-arn \
--app-name default

Para obter mais informações sobre como criar uma configuração de ciclo de vida usando o 
AWS CLI, consulte Criar uma configuração de ciclo de vida a partir do AWS CLI.

Para criar um experimento de piloto automático usando a interface do usuário do Studio Classic

1. Faça login em https://console.aws.amazon.com/sagemaker/, escolha Studio no painel de 
navegação esquerdo, selecione seu domínio e perfil de usuário e, em seguida, abra o Studio.

2. No Studio, escolha o ícone do Studio Classic no painel de navegação superior esquerdo. Isso 
abre um aplicativo Studio Classic.

3. Execute ou abra um aplicativo do Studio Classic no espaço de sua escolha ou crie um espaço 
do Studio Classic. . Na guia Início, escolha o cartão AutoML. Isso abre uma nova guia AutoML.
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4. Escolha Criar um experimento AutoML. Isso abre uma nova guia Criar experimento.

5. Na seção Detalhes do experimento e dos dados, insira as seguintes informações:

a. Nome do experimento – Deve ser exclusivo da sua conta atual Região da AWS e conter no 
máximo 63 caracteres alfanuméricos. Pode incluir hifens (-), mas não espaços.

b. Dados de entrada – Forneça a localização do bucket do Amazon Simple Storage Service 
(Amazon S3) dos seus dados de entrada. Esse bucket do S3 deve estar na sua Região 
da AWS. O URL deve estar em um s3:// formato em que a Amazon SageMaker tenha 
permissões de gravação. O arquivo deve estar no formato CSV ou Parquet e conter pelo 
menos 500 linhas. Selecione Procurar para percorrer os caminhos disponíveis e Visualizar
para ver uma amostra dos dados de entrada.

c. Sua entrada do S3 é um arquivo de manifesto? — Um arquivo de manifesto inclui 
metadados com seus dados de entrada. Os metadados especificam a localização dos 
seus dados no Amazon S3. Ele também especifica como os dados são formatados e quais 
atributos do conjunto de dados devem ser usados ao treinar seu modelo. É possível usar 
um arquivo de manifesto como alternativa ao pré-processamento quando seus dados 
rotulados estão sendo transmitidos no modo Pipe.

d. Divisão automática de dados? — O piloto automático pode dividir seus dados em uma 
divisão de 80- 20% para dados de treinamento e validação. Se preferir uma divisão 
personalizada, você pode escolher a opção Especificar proporção de divisão. Para usar 
um conjunto de dados personalizado para validação, escolha Fornecer um conjunto de 
validação.

e. Local dos dados de saída (bucket do S3) – O nome do local do bucket do S3 em que você 
deseja armazenar os dados de saída. A URL desse bucket deve estar no formato Amazon 
S3 em que a Amazon SageMaker tenha permissões de gravação. O bucket do S3 deve 
estar na atual Região da AWS. O piloto automático também pode criar isso para você no 
mesmo local dos dados de entrada.

6. Escolha Avançar: Alvo e atributos. A guia Alvo e atributos é aberta.

7. Na seção Alvo e atributos:

• Selecione uma coluna para definir como meta para as previsões do modelo.

• Opcionalmente, você pode passar o nome de uma coluna de pesos amostrais na seção
Peso amostral para solicitar que as linhas do conjunto de dados sejam ponderadas durante 
o treinamento e a avaliação. Para obter mais informações sobre as métricas objetivas 
disponíveis, consulte Métricas ponderadas do Autopilot.
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Note

O suporte para pesos de amostra está disponível somente no modo de agrupamento.

• Você também pode selecionar atributos para treinamento e alterar o tipo de dados. Os 
seguintes tipos de dados estão disponíveis: Text, Numerical, Categorical, Datetime,
Sequence e Auto. Todos os atributos são selecionados por padrão.

8. Escolha Avançar: método de treinamento. A guia Método de treinamento é aberta.

9. Na seção Método de treinamento, selecione sua opção de treinamento: Agrupamento,
Otimização de hiperparâmetros (HPO) ou Auto para permitir que o Autopilot escolha o método 
de treinamento automaticamente com base no tamanho do conjunto de dados. Cada modo 
de treinamento executa um conjunto predefinido de algoritmos em seu conjunto de dados 
para treinar candidatos a modelos. Por padrão, o Autopilot pré-seleciona todos os algoritmos 
disponíveis para o modo de treinamento específico. É possível realizar um experimento de 
treinamento do piloto automático com todos os algoritmos ou escolher seu próprio subconjunto.

Para obter mais informações sobre os modos de treinamento e os algoritmos disponíveis, 
consulte a seção Modos de treinamento do piloto automático na página Modos de treinamento e 
algoritmos.

10. Escolha Avançar: Implantação e configurações avançadas para abrir a guia Implantação 
e configurações avançadas. As configurações incluem o nome do endpoint de exibição 
automática, o tipo de problema de machine learning e opções adicionais para executar seu 
experimento.

a. Configurações de implantação – O Autopilot pode criar automaticamente um endpoint e 
implantar seu modelo para você.

Para implantar automaticamente em um endpoint gerado automaticamente ou para fornecer 
um nome de endpoint para implantação personalizada, defina a opção como Sim em
Implantação automática? Se você estiver importando dados do Amazon Data Wrangler, 
você tem opções adicionais para implantar automaticamente o melhor modelo com ou sem 
as transformações do SageMaker Data Wrangler.

Note

Se o fluxo do Data Wrangler contiver operações de várias linhas como, ou
groupby, join ou concatenate, você não poderá implantar automaticamente 
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essas transformações. Para obter mais informações, consulte Treinar modelos 
automaticamente em seu fluxo de dados.

b. Configurações avançadas (opcional) – O piloto automático fornece controles adicionais para 
definir manualmente parâmetros experimentais, como definir o tipo de problema, restrições 
de tempo no trabalho e nos testes do piloto automático, configurações de segurança e 
criptografia.

Note

O piloto automático suporta a configuração de valores padrão para simplificar a 
configuração dos experimentos do piloto automático usando a interface do usuário 
do Studio Classic. Os administradores podem usar as configurações de ciclo de vida 
(LCC) do Studio Classic para definir valores de infraestrutura, rede e segurança nos 
arquivos de configuração e preencher previamente as configurações avançadas dos 
trabalhos. AutoML
Para saber mais sobre como os administradores podem automatizar a 
personalização de um experimento do piloto automático, consulte Configurar os 
parâmetros padrão de um experimento de piloto automático (para administradores).

i. Tipo de problema de machine learning – O piloto automático pode inferir 
automaticamente o tipo de problema de aprendizado supervisionado a partir do seu 
conjunto de dados. Se preferir escolhê-lo manualmente, você pode usar o menu 
suspenso Selecionar o tipo de problema de machine learning. Observe que o padrão 
é Auto. Em alguns casos, SageMaker é incapaz de inferir com precisão. Quando isso 
acontece, você deve fornecer o valor para que o trabalho seja bem-sucedido. Em 
particular, é possível escolher entre os seguintes tipos:

• Classificação binária – A classificação binária atribui dados de entrada a uma das 
duas classes predefinidas e mutuamente exclusivas, com base em seus atributos, 
como diagnóstico médico baseado em resultados de testes diagnósticos que 
determinam se alguém tem uma doença.

• Regressão – A regressão estabelece uma relação entre as variáveis de entrada 
(também conhecidas como variáveis independentes ou atributos) e a variável alvo 
(também conhecida como variável dependente). Essa relação é capturada por meio 
de uma função matemática ou modelo que mapeia as variáveis de entrada para 
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uma saída contínua. É comumente usado para tarefas como prever preços de casas 
com base em características como metragem quadrada e número de banheiros, 
tendências do mercado de ações ou estimativa de números de vendas.

• Classificação multiclasse – A classificação multiclasse atribui dados de entrada a 
uma das várias classes com base em seus atributos, como a previsão do tópico mais 
relevante para um documento de texto, como política, finanças ou filosofia.

ii. Runtime – É possível definir um limite máximo de tempo. Ao atingir o limite de 
tempo, os testes e trabalhos que excedem a restrição de tempo são interrompidos 
automaticamente.

iii. Acesso — Você pode escolher a função que o Amazon SageMaker Studio Classic 
assume para obter acesso temporário Serviços da AWS (em particular, SageMaker ao 
Amazon S3) em seu nome. Se nenhuma função for definida explicitamente, o Studio 
Classic usará automaticamente a função de SageMaker execução padrão anexada ao 
seu perfil de usuário.

iv. Criptografia — Para aumentar a segurança de seus dados em repouso e protegê-
los contra acesso não autorizado, você pode especificar chaves de criptografia para 
criptografar dados em seus buckets do Amazon S3 e no volume do Amazon Elastic 
Block Store (Amazon EBS) anexado ao seu domínio Studio Classic.

v. Segurança — Você pode escolher a nuvem privada virtual (Amazon VPC) na qual seu 
SageMaker trabalho é executado. Certifique-se de que a Amazon VPC tenha acesso 
aos seus buckets de entrada e saída do Amazon S3.

vi. Projeto — Especifique o nome do SageMaker projeto a ser associado a esse 
experimento do piloto automático e às saídas do modelo. Quando você especifica um 
projeto, o Autopilot marca o projeto como um experimento. Isso permite que você saiba 
quais saídas do modelo estão associadas a esse projeto.

vii. Etiquetas – As etiquetas são um array de pares de chave-valor. Use tags para 
categorizar seus recursos do Serviços da AWS, como finalidade, proprietário ou 
ambiente.

c. Escolha Avançar: revise e crie para obter um resumo do seu experimento de piloto 
automático antes de criá-lo.

11. Selecione Criar experimento. A criação do experimento inicia um trabalho de piloto automático 
em. SageMaker O piloto automático fornece o status do experimento, informações sobre o 
processo de exploração de dados e candidatos a modelos em cadernos, uma lista dos modelos 
gerados e seus relatórios e o perfil de trabalho usado para criá-los.
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Para obter informações sobre os notebooks gerados por uma tarefa de piloto automático, 
consulte Notebooks Amazon SageMaker Autopilot gerados para gerenciar tarefas do AutoML. 
Para obter informações sobre os detalhes de cada candidato a modelo e seus relatórios, 
consulte Modelos gerados pelo Amazon SageMaker Autopilot .

Note

Para evitar cobranças desnecessárias: se você implantar um modelo que não é mais 
necessário, exclua os endpoints e os recursos que foram criados durante a implantação. 
Informações sobre instâncias de preços por região estão disponíveis na Amazon SageMaker 
Pricing.

Notebooks de exemplo do Amazon SageMaker Autopilot

Os cadernos s a seguir servem como exemplos práticos que abordam vários casos de uso do 
Autopilot.

Você pode encontrar todos os cadernos do Autopilot no autopilotdiretório do repositório de 
SageMaker GitHub exemplos.

Recomendamos clonar o repositório Git completo no Studio Classic para acessar e executar os 
notebooks diretamente. Para obter informações sobre como clonar um repositório Git no Studio 
Classic, consulte. Clone um repositório SageMaker Git no Studio Classic

Caso de uso Descrição

Inferência sem servidor Por padrão, o Autopilot permite a implantaç 
ão de modelos gerados em endpoints de 
inferência em tempo real. Nesse repositório, 
o caderno ilustra como implantar modelos de 
piloto automático treinados com ENSEMBLIN 
G  e HYPERPARAMETER OPTIMIZATION 
(HPO) modos em endpoints sem servidor. 
Os endpoints sem servidor iniciam automatic 
amente os recursos de computação e os 
escalam para dentro e para baixo, dependend 
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Caso de uso Descrição

o do tráfego, eliminando a necessidade de 
escolher tipos de instância ou gerenciar 
políticas de escalabilidade.

Seleção de atributos personalizados O piloto automático inspeciona seu conjunto 
de dados e executa vários candidatos para 
descobrir a combinação ideal de etapas de 
pré-processamento de dados, algoritmos de 
machine learning e hiperparâmetros. Você 
pode implantar facilmente em um endpoint em 
tempo real ou para processamento em lote.

Em alguns casos, você pode desejar ter a 
flexibilidade de trazer um código de processam 
ento de dados personalizado para o Autopilot 
. Por exemplo, seus conjuntos de dados 
podem conter um grande número de variáveis 
independentes, e talvez você queira incorpora 
r uma etapa personalizada de seleção de 
atributos para remover primeiro as variáveis 
irrelevantes. O conjunto de dados menor 
resultante pode então ser usado para iniciar 
um trabalho de Autopilot. Por fim, você também 
gostaria de incluir o código de processamento 
personalizado e os modelos do Autopilot para 
processamento em tempo real ou em lote.
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Caso de uso Descrição

Exemplo de pipeline Enquanto o Autopilot simplifica o processo de 
criação de modelos de ML, os engenheiros 
do MLOps ainda são responsáveis por criar, 
automatizar e gerenciar fluxos de trabalho 
de ML na produção. end-to-end SageMaker 
Os pipelines podem ajudar na automação de 
várias etapas do ciclo de vida do ML, como 
pré-processamento de dados, treinamen 
to de modelos, ajuste de hiperparâmetros, 
avaliação de modelos e implantação. Este 
notebook serve como uma demonstração de 
como incorporar o piloto automático em um 
SageMaker fluxo de trabalho de treinamento do 
end-to-end AutoML do Pipelines. Para iniciar 
um experimento de Autopilot no Pipelines, você 
deve criar um fluxo de trabalho de criação de 
modelos escrevendo um código de integraçã 
o personalizado usando as etapas Lambda ou 
de Processamento do Pipelines. Para obter 
mais informações, consulte Mova os modelos 
de ML do Amazon SageMaker Autopilot da 
experimentação para a produção usando o 
Amazon SageMaker Pipelines.

Como alternativa, ao usar o Autopilot no
modo Ensembling, você pode consultar o 
exemplo do notebook que demonstra como 
usar a etapa nativa do AutoML na etapa nativa 
do AutoML do PipelineSageMaker . Com o 
Autopilot suportado como uma etapa nativa 
nos Pipelines, agora você pode adicionar 
uma etapa de treinamento automatizada 
(AutoMLStep) aos seus Pipelines e invocar 
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Caso de uso Descrição

um experimento de Autopilot no modo de 
agrupamento.

Mais cadernos Você pode encontrar mais cadernos ilustrando 
outros casos de uso, como transformação em 
lote, previsão de séries temporais e muito mais 
no diretório raiz.

Cotas do Amazon SageMaker Autopilot

Há cotas que limitam os recursos disponíveis para você ao usar o Amazon SageMaker Autopilot. 
Alguns desses limites podem ser aumentados e outros não.

Note

As cotas de recursos documentadas nas seções a seguir são válidas para as versões do 
Amazon SageMaker Studio Classic 3.22.2 e superiores. Para obter informações sobre como 
atualizar sua versão do SageMaker Studio Classic, consulteDesligue e atualize os aplicativos 
SageMaker Studio Classic e Studio Classic.

Tópicos

• Cotas que podem ser aumentadas

• Cotas de recurso

Cotas que podem ser aumentadas

Limites de recurso

Recurso Regiões Limites padrão Pode ser aumentado 
até

Tamanho do conjunto 
de dados de entrada

Todos 100 GB Centenas de GBs
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Recurso Regiões Limites padrão Pode ser aumentado 
até

Tamanho de um único 
arquivo de parquet*

Todos 2 GB N/D

Tamanho do conjunto 
de dados de destino 
para subamostr 
agem**

Todos 5 GB Centenas de GBs

us-east-1, us-east-2 
,us-west-2, ap-northe 
ast-1, eu-west-1, eu-
central-1

4 Centenas

ap-northeast-2, ap-
southeast-2, eu-
west-2, ap-southe 
ast-1

2 Centenas

Número de trabalhos 
simultâneos de 
Autopilot

Todas as outras 
regiões

1 Dezenas

Note

*Esse limite de tamanho de 2 GB é para um único arquivo Parquet compactado. Você pode 
fornecer um conjunto de dados do Parquet que inclua vários arquivos compactados do 
Parquet até o tamanho máximo do conjunto de dados de entrada. Depois que os arquivos 
forem descompactados, cada um deles pode se expandir para um tamanho maior.
**O Autopilot subamostra de forma automática os conjuntos de dados de entrada que são 
maiores do que o tamanho do conjunto de dados de destino, ao mesmo tempo em que 
considera o desequilíbrio de classes e preserva rótulos de classes raras.
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Para solicitar um aumento da cota:

1. Abra o console do Service Quotas.

2. Selecione seu aumento de cota e escolha Solicitar aumento no nível da conta.

3. Em Aumentar valor da cota, insira o novo valor limite que você está solicitando.

4. Escolha Solicitar.

Cotas de recurso

A tabela a seguir contém os limites de recursos de tempo de execução para um trabalho do Amazon 
SageMaker Autopilot em umRegião da AWS.

Limites de recursos por tarefa do Autopilot

Recurso Limite por tarefa do Autopilot

Runtime máximo para uma tarefa do Autopilot 30 dias

Guia de referência de API para Amazon SageMaker Autopilot

Esta seção fornece um subconjunto das APIs do serviço HTTP para criar e gerenciar recursos do 
Amazon SageMaker Autopilot (tarefas do AutoML) de forma programática.

Para obter informações sobre todas as APIs SageMaker REST e os SDKs disponíveis, consulte 
Referência de API e SDK.

Se sua linguagem preferida for Python, você pode se referir a AWS SDK for Python (Boto3)
diretamente.

Ações

Essa lista detalha as operações disponíveis na API de referência para gerenciar tarefas do AutoML 
de forma programática.

• CreateAutoMLJob

• CreateAutoMLJobV2

• DescribeAutoMLJob

• DescribeAutoMLJobV2
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https://console.aws.amazon.com/servicequotas/home/services/sagemaker/quotas
https://docs.aws.amazon.com/sagemaker/latest/dg/api-and-sdk-reference.html
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJobV2.html
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• ListAutoMLJobs

• ListCandidatesForAutoMLJob

• StopAutoMLJob

Note

CreateAutoMLJobV2 e DescribeAutoMLJobV2 são novas versões do MLJob e
CreateAutoMLJob que oferecem compatibilidade com versões anteriores. DescribeAuto
Recomendamos usar CreateAutoMLJobV2. O CreateAutoMLJobV2 pode gerenciar tipos 
de problemas tabulares idênticos aos da versão anterior CreateAutoMLJob, bem como 
tipos de problemas não tabulares, como classificação de imagens, textos ou previsão de 
séries temporais.
Encontre diretrizes sobre como migrar um para CreateAutoMLJobV2 em
CreateAutoMLJob Migrar um CreateAuto MLJob para MLJobV2. CreateAuto

Tipos de dados

Essa lista detalha os objetos AutoML da API usados pelas ações acima como solicitações de entrada 
ou respostas de saída.

• AutoMLAlgorithmConfig

• AutoMLCandidate

• AutoMLCandidateGenerationConfig

• AutoMLCandidateStep

• AutoMLChannel

• AutoMLContainerDefinition

• AutoMLDataSource

• AutoMLDataSplitConfig

• AutoMLInferenceContainerDefinitions

• AutoMLJobArtifacts

• AutoMLJobChannel

• AutoMLJobCompletionCriteria

• AutoMLJobInputDataConfig
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListAutoMLJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListCandidatesForAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJob.html
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLContainerDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLDataSource.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLDataSplitConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLInferenceContainerDefinitions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobArtifacts.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobChannel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobCompletionCriteria.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobInputDataConfig.html
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• AutoMLJobConfig

• AutoMLJobObjective

• AutoMLJobStepMetadata

• AutoMLJobSummary

• AutoMLOutputDataConfig

• AutoMLProblemTypeConfig

• AutoMLJobCompletionCriteria

• AutoMLJobSummary

• AutoMLOutputDataConfig

• AutoMLPartialFailureReason

• AutoMLProblemTypeConfig

• AutoMLProblemTypeResolvedAttributes

• AutoMLResolvedAttributes

• AutoMLSecurityConfig

• AutoMLS3DataSource

• CandidateArtifactLocations

• CandidateGenerationConfig

• CandidateProperties

• FinalAutoMLJobObjectiveMetric

• HolidayConfigAttributes

• ImageClassificationJobConfig

• MetricDatum

• ModelDeployConfig

• ModelDeployResult

• ResolvedAttributes

• TabularJobConfig

• TabularResolvedAttributes

• TextGenerationJobConfig

• TextGenerationResolvedAttribute
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AutoMLJobObjective.html
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CandidateArtifactLocations.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CandidateGenerationConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CandidateProperties.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_FinalAutoMLJobObjectiveMetric.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HolidayConfigAttributes.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ImageClassificationJobConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_MetricDatum.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ModelDeployConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ModelDeployResult.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ResolvedAttributes.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TabularJobConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TabularResolvedAttributes.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TextGenerationJobConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TextGenerationResolvedAttribute.html
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• TimeSeriesConfig

• TimeSeriesForecastingJobConfig

• TimeSeriesTransformations

• TuningJobCompletionCriteria

SageMaker JumpStart

SageMaker JumpStart fornece modelos pré-treinados de código aberto para uma ampla variedade 
de tipos de problemas para ajudar você a começar a usar o aprendizado de máquina. Você pode 
treinar e ajustar esses modelos de forma incremental antes da implantação. JumpStart também 
fornece modelos de solução que configuram a infraestrutura para casos de uso comuns e exemplos 
de notebooks executáveis para aprendizado de máquina com. SageMaker

Você pode implantar, ajustar e avaliar modelos pré-treinados de hubs de modelos populares por 
meio da página JumpStart inicial da experiência atualizada do Studio.

Você também pode acessar modelos pré-treinados, modelos de soluções e exemplos por meio da 
página JumpStart inicial no Amazon SageMaker Studio Classic.

As etapas a seguir mostram como acessar JumpStart modelos usando o Amazon SageMaker Studio 
e o Amazon SageMaker Studio Classic.

Você também pode acessar JumpStart modelos usando o SDK do SageMaker Python. Para obter 
informações sobre como usar JumpStart modelos programaticamente, consulte Usar SageMaker 
JumpStart algoritmos com modelos pré-treinados.

Abra e use JumpStart no Studio

As seções a seguir fornecem informações sobre como abrir, usar e gerenciar a JumpStart partir da 
interface do usuário do Studio.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TimeSeriesConfig.html
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Abrir JumpStart no Studio

No Amazon SageMaker Studio, abra a página JumpStart inicial por meio da página inicial ou do 
menu inicial no painel do lado esquerdo. Isso abre a página SageMaker JumpStartinicial, na qual 
você pode explorar os hubs de modelos e pesquisar modelos.

• Na página inicial, escolha JumpStartno painel Soluções pré-construídas e automatizadas.

• No menu Início, no painel esquerdo, navegue até o SageMaker JumpStartnó.

Para obter mais informações sobre como começar a usar o Amazon SageMaker Studio, consulte
SageMaker Estúdio Amazon.

Important

Antes de baixar ou usar conteúdo de terceiros: você é responsável por revisar e cumprir 
todos os termos de licença aplicáveis e garantir que eles sejam aceitáveis para seu caso de 
uso.
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Uso JumpStart no Studio

Na página SageMaker JumpStartinicial do Studio, você pode explorar hubs de modelos de 
fornecedores de modelos proprietários e disponíveis publicamente.

Você pode encontrar hubs ou modelos específicos usando a barra de pesquisa. Em cada hub de 
modelo, você pode pesquisar modelos diretamente, classificar por atributos fornecidos ou filtrar com 
base em uma lista de tarefas de modelo fornecidas.

Gerenciar JumpStart no Studio

Escolha um modelo para ver o cartão de detalhes do modelo. No canto superior direito do cartão de 
detalhes do modelo, escolha Ajustar, Implantar ou Avaliar para começar a trabalhar com os fluxos 
de trabalho de ajuste fino, implantação ou avaliação, respectivamente. Observe que nem todos os 
modelos estão disponíveis para ajuste fino ou avaliação. Para obter mais informações sobre cada 
uma dessas opções, consulteUse modelos básicos no Studio.
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Abra e use JumpStart no Studio Classic

As seções a seguir fornecem informações sobre como abrir, usar e gerenciar a JumpStart partir da 
interface do usuário do Amazon SageMaker Studio Classic.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Abrir JumpStart no Studio Classic

No Amazon SageMaker Studio Classic, abra a página JumpStart inicial por meio da página inicial ou 
do menu inicial no painel do lado esquerdo.

• Na página inicial, você pode:

• Escolha JumpStartno painel de soluções pré-construídas e automatizadas. Isso abre a página
SageMaker JumpStartde destino.

• Escolha um modelo diretamente na página SageMaker JumpStartinicial ou escolha a opção
Explorar tudo para ver as soluções disponíveis ou modelos de um tipo específico.

• No menu Início, no painel esquerdo, você pode:

• Navegue até o SageMaker JumpStartnó e escolha Modelos, notebooks, soluções. Isso abre a 
página SageMaker JumpStartde destino.

• Navegue até o JumpStartnó e escolha  JumpStart Ativos lançados.

A página de  JumpStart ativos lançados lista suas soluções lançadas atualmente, endpoints de 
modelo implantados e trabalhos de treinamento criados com. JumpStart Você pode acessar a 
página JumpStart inicial nessa guia clicando no JumpStart botão Procurar no canto superior 
direito da guia.

A página JumpStart inicial lista soluções end-to-end de aprendizado de máquina 
disponíveis, modelos pré-treinados e exemplos de notebooks. Em qualquer página 
individual de solução ou modelo, você pode escolher o JumpStart botão Procurar

Abra e use JumpStart no Studio Classic 278



Amazon SageMaker Guia do Desenvolvedor

( ) 
no canto superior direito da guia para retornar à SageMaker JumpStartpágina.

Important

Antes de baixar ou usar conteúdo de terceiros: você é responsável por revisar e cumprir 
todos os termos de licença aplicáveis e garantir que eles sejam aceitáveis para seu caso de 
uso.

Use JumpStart no Studio Classic

Na página SageMaker JumpStartinicial, você pode procurar soluções, modelos, notebooks e outros 
recursos.
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Você pode encontrar JumpStart recursos usando a barra de pesquisa ou navegando em cada 
categoria. Use as guias para filtrar as soluções disponíveis por categorias:

• Soluções — Em uma única etapa, lance soluções abrangentes de aprendizado de máquina 
vinculadas SageMaker a outros AWS serviços. Selecione Explorar todas as soluções para ver 
todas as soluções disponíveis.

• Recursos — Use exemplos de cadernos, blogs e tutoriais em vídeo para aprender e começar seus 
tipos de problemas.

• Blogs — Leia detalhes e soluções de especialistas em aprendizado de máquina.

• Tutoriais em vídeo — assista aos tutoriais em vídeo sobre SageMaker recursos e casos de uso 
de aprendizado de máquina de especialistas em aprendizado de máquina.

• Notebooks de exemplo — Execute notebooks de exemplo que usam SageMaker recursos como 
treinamento e experimentos de Instâncias Spot em uma grande variedade de tipos de modelos e 
casos de uso.

• Tipos de dados — Encontre um modelo por tipo de dados (por exemplo, Visão, Texto, Tabular, 
Áudio, Geração de Texto). Selecione Explorar todos os modelos para ver todos os modelos 
disponíveis.

• Tarefas de ML — encontre um modelo por tipo de problema (por exemplo, classificação de 
imagens, incorporação de imagens, detecção de objetos, geração de texto). Selecione Explorar 
todos os modelos para ver todos os modelos disponíveis.
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• Notebooks — Encontre exemplos de notebooks que usam SageMaker recursos em vários tipos 
de modelos e casos de uso. Selecione Explorar todos os cadernos para ver todos os exemplos de 
cadernos disponíveis.

• Frameworks — Encontre um modelo por framework (por exemplo,, PyTorch TensorFlow, Hugging 
Face).

Gerenciar JumpStart no Studio Classic

No menu Início, no painel esquerdo, navegue até SageMaker JumpStartAtivos lançados e escolha 
JumpStart Ativos lançados para listar suas soluções lançadas atualmente, endpoints de modelo 
implantados e trabalhos de treinamento criados com. JumpStart

Tópicos

• Modelos de soluções

• JumpStart Modelos de fundação

• Modelos específicos de tarefas

• Modelos e notebooks compartilhados

• SageMaker JumpStart Indústria da Amazon: Financeira

Modelos de soluções

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Note

JumpStart As soluções só estão disponíveis no Studio Classic.
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SageMaker JumpStart fornece end-to-end soluções com um clique para muitos casos de uso 
comuns de aprendizado de máquina. Explore os seguintes casos de uso para obter mais 
informações sobre os modelos de solução disponíveis.

• Previsão de demanda

• Prever a classificação de crédito

• Detecção de fraudes

• Visão computacional

• Extraia e analise dados de documentos

• Manutenção preditiva

• Prever a rotatividade

• Recomendações personalizadas

• Aprendizado por reforço

• Saúde e ciências biológicas

• Preços financeiros

• Inferência causal

Escolha o modelo de solução que melhor se adapta ao seu caso de uso na página JumpStart 
inicial. Quando você escolhe um modelo de solução, JumpStart abre uma nova guia mostrando 
uma descrição da solução e um botão Iniciar. Quando você seleciona Launch, JumpStart cria 
todos os recursos necessários para executar a solução, incluindo treinamento e modelar instâncias 
de hospedagem. Para obter mais informações sobre o lançamento de uma JumpStart solução, 
consultethe section called “Lance uma solução”.

Depois de lançar a solução, você pode explorar os recursos da solução e quaisquer 
artefatos gerados em JumpStart. Use o menu  JumpStart Ativos lançados para encontrar 
sua solução. Na guia da sua solução, selecione Open Notebook para usar os notebooks 
fornecidos e explorar os recursos da solução. Quando os artefatos são gerados durante 
o lançamento ou após a execução dos notebooks fornecidos, eles são listados na 
tabela Artefatos gerados. Você pode excluir artefatos individuais com o ícone da lixeira 

( ). 
Você pode excluir todos os recursos da solução escolhendo Excluir recursos da solução.
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Previsão de demanda

A previsão de demanda usa dados históricos de séries temporais para fazer estimativas futuras em 
relação à demanda do cliente em um período específico e agilizar o processo de tomada de decisão 
de oferta e demanda em todas as empresas.

Os casos de uso da previsão de demanda incluem previsão de vendas de ingressos no setor de 
transporte, preços de ações, número de visitas a hospitais, número de representantes de clientes 
a serem contratados para vários locais no próximo mês, vendas de produtos em várias regiões no 
próximo trimestre, uso de servidores em nuvem no dia seguinte para um serviço de streaming de 
vídeo, consumo de eletricidade em várias regiões na próxima semana, número de dispositivos e 
sensores de IoT, como consumo de energia e muito mais.

Os dados da série temporal são categorizados como univariados e multivariados. Por exemplo, o 
consumo total de eletricidade de uma única residência é uma série temporal univariada durante 
um período de tempo. Quando várias séries temporais univariadas são empilhadas umas sobre as 
outras, ela é chamada de série temporal multivariada. Por exemplo, o consumo total de eletricidade 
de 10 residências diferentes (mas correlacionadas) em um único bairro compõe um conjunto de 
dados de séries temporais multivariadas.

Nome da solução Descrição Conceitos básicos

Previsão de demanda Previsão de demanda para 
dados de séries temporais 
multivariadas usando três 
state-of-the-art algoritmos de 
previsão de séries temporais 
: LSTNet, Prophet e DeepAR. 
SageMaker

GitHub »

Prever a classificação de crédito

Use as soluções JumpStart de previsão de classificação de crédito para prever classificações de 
crédito corporativas ou para explicar as decisões de previsão de crédito tomadas por modelos 
de aprendizado de máquina. Em comparação com os métodos tradicionais de modelagem de 
classificação de crédito, os modelos de aprendizado de máquina podem automatizar e melhorar a 
precisão da previsão de crédito.
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Nome da solução Descrição Conceitos básicos

Previsão de classificação de 
crédito corporativo

Aprendizado de máquina 
multimodal (texto longo e 
tabular) para previsões de 
crédito de qualidade usando 
Tabular. AWS AutoGluon

GitHub »

Pontuação de crédito baseada 
em gráficos

Preveja classificações de 
crédito corporativas usando 
dados tabulares e uma rede 
corporativa treinando um 
modelo GraphSage e AWS 
AutoGluon Tabular de Rede 
Neural GraphSage.

Encontre no Amazon 
SageMaker Studio Classic.

Explique as decisões de 
crédito

Preveja a inadimplência de 
crédito em solicitações de 
crédito e forneça explicaçõ 
es usando LightGBM e SHAP 
(SHapley Additive Explanati 
ons).

GitHub »

Detecção de fraudes

Muitas empresas perdem bilhões anualmente com fraudes. Modelos de detecção de fraudes 
baseados em aprendizado de máquina podem ajudar a identificar sistematicamente possíveis 
atividades fraudulentas a partir de uma enorme quantidade de dados. As soluções a seguir 
usam conjuntos de dados de transações e de identidade do usuário para identificar transações 
fraudulentas.

Nome da solução Descrição Conceitos básicos

Detecte usuários e transações 
mal-intencionados

Detecte automaticamente 
atividades potencialmente 
fraudulentas em transações 
usando o SageMakerXGBoost

GitHub »
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Nome da solução Descrição Conceitos básicos

com a técnica de sobreamos 
tragem Synthetic Minority
Oversampling (SMOTE).

Detecção de fraudes em 
transações financeiras 
usando uma biblioteca gráfica 
profunda

Detecte fraudes em transaçõe 
s financeiras treinando uma
rede convolucional gráfica
com a biblioteca de gráficos 
profunda e um SageMaker 
modelo XGBoost.

GitHub »

Classificação de pagamento 
financeiro

Classifique os pagamento 
s financeiros com base nas 
informações da transação 
usando o SageMaker 
XGBoost. Use esse modelo 
de solução como uma etapa 
intermediária na detecção de 
fraudes, personalização ou 
detecção de anomalias.

Encontre no Amazon 
SageMaker Studio Classic.

Visão computacional

Com o aumento de casos de uso comercial, como veículos autônomos, vigilância por vídeo 
inteligente, monitoramento de saúde e várias tarefas de contagem de objetos, a demanda por 
sistemas de detecção de objetos rápidos e precisos está aumentando. Esses sistemas envolvem não 
apenas reconhecer e classificar cada objeto em uma imagem, mas localizar cada um desenhando a 
caixa delimitadora apropriada ao redor dele. Na última década, os rápidos avanços das técnicas de 
aprendizado profundo aceleraram muito o ímpeto da detecção de objetos.

Nome da solução Descrição Conceitos básicos

Detecção visual de defeitos do 
produto

Identifique regiões defeituos 
as nas imagens do produto 
treinando um modelo de 

GitHub »
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Nome da solução Descrição Conceitos básicos

detecção de objetos do zero
ou ajustando modelos pré-
treinados. SageMaker

Reconhecimento de caligrafia Reconheça texto manuscrit 
o em imagens treinando 
um modelo de detecção 
de objetos e um modelo de
reconhecimento de manuscrit 
o. Identifique seus próprios 
dados usando SageMaker 
Ground Truth.

GitHub »

Detecção de objetos para 
espécies de pássaros

Identifique espécies de 
pássaros em uma cena 
usando um modelo de 
detecção de SageMaker 
objetos.

Encontre no Amazon 
SageMaker Studio Classic.

Extraia e analise dados de documentos

JumpStart fornece soluções para você descobrir informações e conexões valiosas em documentos 
essenciais para os negócios. Os casos de uso incluem classificação de texto, resumo de 
documentos, reconhecimento de caligrafia, extração de relacionamentos, perguntas e respostas e 
preenchimento de valores faltantes em registros tabulares.

Nome da solução Descrição Conceitos básicos

Privacidade para classificação 
de sentimentos

Torne o texto anônimo para 
preservar melhor a privacida 
de do usuário na classificação 
de sentimentos.

GitHub »

Compreensão do documento Resumo de documentos, 
extração de entidades e 

GitHub »

Modelos de soluções 286

https://ieeexplore.ieee.org/document/8709818
https://mxnet.apache.org/versions/1.0.0/api/python/gluon/model_zoo.html#mxnet.gluon.model_zoo.vision.resnet34_v1
https://mxnet.apache.org/versions/1.0.0/api/python/gluon/model_zoo.html#mxnet.gluon.model_zoo.vision.resnet34_v1
https://arxiv.org/abs/1910.00663
https://arxiv.org/abs/1910.00663
https://aws.amazon.com/sagemaker/data-labeling/
https://aws.amazon.com/sagemaker/data-labeling/
https://github.com/awslabs/sagemaker-handwritten-text-recognition
https://docs.aws.amazon.com/sagemaker/latest/dg/object-detection.html
https://docs.aws.amazon.com/sagemaker/latest/dg/object-detection.html
https://docs.aws.amazon.com/sagemaker/latest/dg/object-detection.html
https://www.amazon.science/blog/preserving-privacy-in-analyses-of-textual-data
https://github.com/awslabs/sagemaker-privacy-for-nlp
https://github.com/awslabs/sagemaker-document-understanding


Amazon SageMaker Guia do Desenvolvedor

Nome da solução Descrição Conceitos básicos

relacionamentos usando a 
biblioteca de transformadores
em. PyTorch

Reconhecimento de caligrafia Reconheça texto manuscrit 
o em imagens treinando 
um modelo de detecção 
de objetos e um modelo de
reconhecimento de manuscrit 
o. Identifique seus próprios 
dados usando SageMaker 
Ground Truth.

GitHub »

Preenchendo valores faltantes 
em registros tabulares

Preencha os valores ausentes 
nos registros tabulares 
treinando um SageMaker 
AutoPilotmodelo.

GitHub »

Manutenção preditiva

A manutenção preditiva visa otimizar o equilíbrio entre manutenção corretiva e preventiva, facilitando 
a substituição oportuna dos componentes. As soluções a seguir usam dados de sensores de ativos 
industriais para prever falhas na máquina, tempo de inatividade não planejado e custos de reparo.

Nome da solução Descrição Conceitos básicos

Manutenção preditiva para 
frotas de veículos

Preveja falhas na frota de 
veículos usando sensores de 
veículos e informações de 
manutenção com um modelo 
de rede neural convolucional.

GitHub »

Manutenção preditiva para 
manufatura

Preveja a vida útil restante 
de cada sensor treinando um 
modelo de rede neural LSTM 

GitHub »
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Nome da solução Descrição Conceitos básicos

bidirecional empilhado usando
leituras históricas do sensor.

Prever a rotatividade

A rotatividade de clientes, ou taxa de desgaste, é um problema caro enfrentado por uma grande 
variedade de empresas. Em um esforço para reduzir a rotatividade, as empresas podem identificar 
clientes que provavelmente deixarão seus serviços para concentrar seus esforços na retenção de 
clientes. Use uma solução de previsão de JumpStart rotatividade para analisar fontes de dados, 
como comportamento do usuário e registros de bate-papo do suporte ao cliente, para identificar 
clientes com alto risco de cancelar uma assinatura ou serviço.

Nome da solução Descrição Conceitos básicos

Previsão de rotatividade com 
texto

Preveja a rotatividade usando 
recursos numéricos, categóric 
os e textuais com o codificad 
or BERT e. RandomFor 
estClassifier

GitHub »

Previsão de rotatividade para 
clientes de telefonia móvel

Identifique clientes insatisfe 
itos de telefonia móvel usando 
o SageMaker XGBoost.

Encontre no Amazon 
SageMaker Studio Classic.

Recomendações personalizadas

Você pode usar JumpStart soluções para analisar gráficos de identidade do cliente ou sessões de 
usuários para entender e prever melhor o comportamento do cliente. Use as soluções a seguir para 
obter recomendações personalizadas para modelar a identidade do cliente em vários dispositivos, 
determinar a probabilidade de um cliente fazer uma compra ou criar um recomendador de filmes 
personalizado com base no comportamento anterior do cliente.
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Nome da solução Descrição Conceitos básicos

Resolução de entidades em 
gráficos de identidade com 
biblioteca de gráficos profunda

Execute a vinculação de 
entidades entre dispositi 
vos para publicidade on-line 
treinando uma rede convoluci 
onal gráfica com uma bibliotec 
a gráfica profunda.

GitHub »

Modelagem de compra Preveja se um cliente fará 
uma compra treinando um 
modelo SageMaker XGBoost.

GitHub »

Sistema de recomendação 
personalizado

Treine e implante um sistema 
de recomendação personali 
zado que gera sugestões 
de filmes para um cliente 
com base no comportamento 
anterior usando a Filtragem 
Colaborativa Neural em. 
SageMaker

Encontre no Amazon 
SageMaker Studio Classic.

Aprendizado por reforço

O aprendizado por reforço (RL) é um tipo de aprendizado baseado na interação com o ambiente. 
Esse tipo de aprendizado é usado por um agente que deve aprender o comportamento por 
meio de trial-and-error interações com um ambiente dinâmico no qual o objetivo é maximizar as 
recompensas de longo prazo que o agente recebe como resultado de suas ações. As recompensas 
são maximizadas trocando ações de exploração que têm recompensas incertas por ações de 
exploração que têm recompensas conhecidas.

O RL é adequado para resolver problemas grandes e complexos, como gerenciamento da cadeia de 
suprimentos, sistemas HVAC, robótica industrial, inteligência artificial de jogos, sistemas de diálogo e 
veículos autônomos.
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Nome da solução Descrição Conceitos básicos

Aprendizado por reforço 
para competições de IA do 
Battlesnake

Forneça um fluxo de trabalho 
de aprendizado por reforço 
para treinamento e inferênci 
a com as competições de
BattleSnakeIA.

GitHub »

Aprendizado por reforço 
distribuído para o desafio 
Procgen

Kit inicial de aprendizado 
por reforço distribuído para 
o desafio de aprendizado 
por reforço Procgen NeurIPS 
2020.

GitHub »

Saúde e ciências biológicas

Médicos e pesquisadores podem usar JumpStart soluções para analisar imagens médicas, 
informações genômicas e registros clínicos de saúde.

Nome da solução Descrição Conceitos básicos

Previsão de sobrevivência ao 
câncer de pulmão

Preveja o status de sobrevivê 
ncia de pacientes com câncer 
de pulmão de células não 
pequenas com tomografi 
a computadorizada (TC) 
pulmonar tridimensional, 
dados genômicos e registros 
clínicos de saúde usando o 
XGBoost. SageMaker

GitHub »

Preços financeiros

Muitas empresas ajustam dinamicamente os preços regularmente para maximizar seus retornos. 
Use as JumpStart soluções a seguir para casos de uso de otimização de preços, preços dinâmicos, 
preços de opções ou otimização de portfólio.
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Nome da solução Descrição Conceitos básicos

Otimização de tabelas Estime a elasticidade do preço 
usando o Double Machine 
Learning (ML) para inferênci 
a causal e o procedimento 
de previsão do Prophet. 
Use essas estimativas para 
otimizar os preços diários.

Encontre no Amazon 
SageMaker Studio Classic.

Inferência causal

Os pesquisadores podem usar modelos de aprendizado de máquina, como redes bayesianas, 
para representar dependências causais e tirar conclusões causais com base em dados. Use a 
JumpStart solução a seguir para entender a relação causal entre a aplicação de fertilizantes à base 
de nitrogênio e a produtividade da safra de milho.

Nome da solução Descrição Conceitos básicos

Contrafactuais do rendimento 
da safra

Gere uma análise contrafac 
tual da resposta do milho 
ao nitrogênio. Essa solução 
aprende o ciclo da fenologia 
da cultura em sua totalidade 
usando imagens de satélite 
multiespectrais e observações 
no nível do solo.

Encontre no Amazon 
SageMaker Studio Classic.

Lance uma solução

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
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aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Note

JumpStart As soluções só estão disponíveis no Studio Classic.

Primeiro, escolha uma solução por meio da página SageMaker JumpStart inicial na interface 
do usuário do Amazon SageMaker Studio Classic. Para obter informações sobre as etapas de 
integração para fazer login no Amazon SageMaker Studio Classic, consulte Onboard to Amazon 
SageMaker Domain. Para obter detalhes sobre como acessar a página de SageMaker JumpStart 
destino, consulteAbra e use JumpStart no Studio Classic.

Depois de escolher uma solução, a guia da solução é aberta mostrando uma descrição da solução e 
um botão Launch. Para iniciar uma solução, selecione Launch na seção Iniciar solução. JumpStart 
em seguida, cria todos os recursos necessários para executar a solução. Isso inclui treinamento e 
modelagem de instâncias de hospedagem.

Parâmetros avançados

A solução escolhida pode ter parâmetros avançados que você pode selecionar. Escolha Parâmetros 
avançados para especificar a AWS Identity and Access Management função da solução.

As soluções são capazes de lançar recursos em 9 serviços AWS que interagem entre si. Para que 
a solução funcione conforme o esperado, os componentes recém-criados de um serviço devem 
ser capazes de agir sobre os componentes recém-criados de outro serviço. Recomendamos usar a 
função padrão do IAM para garantir que todas as permissões necessárias sejam adicionadas. Para 
obter mais informações sobre perfis do IAM, consulte Identity and Access Management para Amazon 
SageMaker.

Default IAM role (Perfil do IAM padrão)

Se você selecionar essa opção, as funções padrão do IAM exigidas por essa solução serão usadas. 
Cada solução requer recursos diferentes. A lista a seguir descreve as funções padrão que são 
usadas para as soluções com base no serviço necessário. Para obter uma descrição das permissões 
necessárias para cada serviço, consulte AWSPolíticas gerenciadas para SageMaker projetos e 
JumpStart.
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• API Gateway — AmazonSageMakerServiceCatalogProductsApiGatewayRole

• CloudFormation— AmazonSageMakerServiceCatalogProductsCloudformation Função

• CodeBuild – AmazonSageMakerServiceCatalogProductsCodeBuildRole

• CodePipeline – AmazonSageMakerServiceCatalogProductsCodePipelineRole

• Eventos — AmazonSageMakerServiceCatalogProductsEvents Função

• Firehose — Papel AmazonSageMakerServiceCatalogProductsFirehose

• Glue — AmazonSageMakerServiceCatalogProductsGlue Papel

• Lambda — Função AmazonSageMakerServiceCatalogProductsLambda

• SageMaker— AmazonSageMakerServiceCatalogProductsExecution Função

Se você estiver usando um novo SageMaker domínio com modelos de JumpStart projeto habilitados, 
essas funções serão criadas automaticamente em sua conta.

Se você estiver usando um SageMaker domínio existente, essas funções podem não existir na sua 
conta. Se for esse o caso, você receberá o seguinte erro ao iniciar a solução.

Unable to locate the updated roles required to launch this solution, a general role '/
service-role/AmazonSageMakerServiceCatalogProductsUseRole' will be used. Please update 
 your studio domain to generate these roles.

Você ainda pode iniciar uma solução sem a função necessária, mas a função padrão legada
AmazonSageMakerServiceCatalogProductsUseRole é usada no lugar da função necessária. 
A função padrão antiga tem relações de confiança com todos os serviços com os quais JumpStart as 
soluções precisam interagir. Para obter a melhor segurança, recomendamos que você atualize seu 
domínio para ter as funções padrão recém-criadas para cada serviço AWS.

Se você já se integrou a um SageMaker domínio, você pode atualizar seu domínio para gerar as 
funções padrão usando o procedimento a seguir.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Escolha Painel de controle no canto superior esquerdo da página.

3. Na página Domínio, escolha o ícone Configurações
( ) 
para editar as configurações do domínio.

4. Em Configurações gerais, escolha Avançar.
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5. Em SageMaker Projetos e JumpStart, selecione Ativar modelos de SageMaker projeto da 
Amazon e Amazon SageMaker JumpStart para esta conta e Ativar modelos de SageMaker 
projeto da Amazon e Amazon SageMaker JumpStart para usuários do Studio Classic, escolha
Avançar.

6. Selecione Submit (Enviar).

Você deve conseguir ver as funções padrão listadas em Projetos - Modelos de SageMaker projetos 
da Amazon habilitados para esta conta na guia Apps - Studio.

Encontre a função do IAM

Se você selecionar essa opção, deverá selecionar uma função do IAM existente na lista suspensa 
para cada um dos serviços necessários. A função selecionada deve ter pelo menos as permissões 
mínimas necessárias para o serviço correspondente. Para obter uma descrição das permissões 
necessárias para cada serviço, consulteAWSPolíticas gerenciadas para SageMaker projetos e 
JumpStart.

Função do IAM de entrada

Se você selecionar essa opção, deverá inserir manualmente o ARN de uma função existente 
do IAM. A função selecionada deve ter pelo menos as permissões mínimas necessárias para o 
serviço correspondente. Para obter uma descrição das permissões necessárias para cada serviço, 
consulteAWSPolíticas gerenciadas para SageMaker projetos e JumpStart.

JumpStart Modelos de fundação

SageMaker JumpStart A Amazon oferece modelos state-of-the-art básicos para casos de uso, como 
criação de conteúdo, geração de código, resposta a perguntas, redação, resumo, classificação, 
recuperação de informações e muito mais. Use modelos JumpStart básicos para criar suas próprias 
soluções generativas de IA e integrar soluções personalizadas com SageMaker recursos adicionais. 
Para obter mais informações, consulte Introdução à Amazon SageMaker JumpStart.

Um modelo de base é um grande modelo pré-treinado que é adaptável a muitas tarefas posteriores 
e geralmente serve como ponto de partida para o desenvolvimento de modelos mais especializados. 
Exemplos de modelos básicos incluem L LaMa -2-7b, BLOOM 176B, FLAN-T5 XL ou GPT-J 6B, que 
são pré-treinados em grandes quantidades de dados de texto e podem ser ajustados para tarefas 
linguísticas específicas.
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A SageMaker JumpStart Amazon integra e mantém modelos básicos disponíveis publicamente para 
você acessar, personalizar e integrar aos seus ciclos de vida de aprendizado de máquina. Para ter 
mais informações, consulte Modelos de fundação disponíveis ao público. A Amazon SageMaker 
JumpStart também inclui modelos de fundação proprietários de fornecedores terceirizados. Para ter 
mais informações, consulte Modelos de fundação proprietários.

Para começar a explorar e experimentar os modelos disponíveis, consulteComo usar modelos de 
JumpStart fundação. Todos os modelos básicos estão disponíveis para uso programático com o SDK 
do Python SageMaker . Para ter mais informações, consulte Use modelos básicos com o SDK do 
SageMaker Python.

Para obter mais informações sobre as considerações a serem feitas ao escolher um modelo, 
consulteEscolha um modelo de de base.

Para obter detalhes sobre personalização e ajuste fino dos modelos de base, consulte. Personalize 
um modelo de base

Para obter mais informações gerais sobre modelos de fundação, consulte o artigo On the 
Opportunities and Risks of Foundation Models.

Explore os modelos de fundação mais recentes

A Amazon SageMaker JumpStart oferece state-of-the-art modelos básicos integrados proprietários e 
disponíveis publicamente para personalizar e integrar aos seus fluxos de trabalho generativos de IA.

Modelos de fundação proprietários

SageMaker JumpStart A Amazon fornece acesso a modelos de fundação proprietários de 
fornecedores terceirizados, como AI21 Labs, Cohere e. LightOn

Para começar a usar um desses modelos proprietários, consulte Como usar modelos de JumpStart 
fundação. Para usar um modelo de base proprietário, você deve primeiro assinar o modelo em AWS 
Marketplace. Depois de assinar o modelo, localize o modelo básico no Studio ou no SageMaker 
Studio Classic. Para ter mais informações, consulte SageMaker JumpStart.

Para explorar os modelos básicos proprietários mais recentes para uma variedade de casos de uso, 
consulte Introdução à Amazon SageMaker JumpStart.

Modelos de fundação disponíveis ao público

A SageMaker JumpStart Amazon integra e mantém modelos básicos de código aberto de fontes 
terceirizadas. Para começar a usar um desses modelos disponíveis ao público, consulte Como usar 
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modelos de JumpStart fundação ou explore um dos modelos disponíveis Cadernos de exemplo. 
Em um determinado exemplo de caderno de um modelo disponível ao público, tente trocar o ID do 
modelo para experimentar modelos diferentes dentro da mesma família de modelos.

Para obter mais informações sobre IDs de modelo e recursos sobre a implantação de modelos 
JumpStart básicos disponíveis publicamente com o SDK do SageMaker Python, consulte. Use 
modelos básicos disponíveis publicamente com o SDK do SageMaker Python

Cadernos de exemplo

Para ver step-by-step exemplos de como usar modelos JumpStart básicos disponíveis publicamente 
com o SDK do SageMaker Python, consulte os seguintes cadernos sobre geração de texto, geração 
de imagens e personalização de modelos.

Note

Os modelos JumpStart básicos proprietários e disponíveis publicamente têm diferentes 
fluxos de trabalho de implantação do SDK do SageMaker Python. Descubra exemplos de 
notebooks proprietários de modelos básicos por meio do Amazon SageMaker Studio Classic 
ou do SageMaker console. Para ter mais informações, consulte Como usar modelos de 
JumpStart fundação.

Você pode clonar o repositório de SageMaker exemplos da Amazon para executar os exemplos 
de modelos JumpStart básicos disponíveis no ambiente Jupyter de sua escolha no Studio. Para 
obter mais informações sobre aplicativos que você pode usar para criar e acessar o Jupyter no 
SageMaker, consulte. Aplicativos compatíveis com o Amazon SageMaker Studio

Geração de texto

Explore cadernos de exemplo de geração de texto, incluindo orientações sobre fluxos de trabalho 
gerais de geração de texto, classificação de texto multilíngue, inferência em lote em tempo real, 
aprendizado rápido, interações com chatbots e muito mais.

• SageMaker JumpStart Modelos de base - Geração de HuggingFace texto em dois textos com 
FLAN-T5 XL como exemplo

• SageMaker JumpStart Modelos básicos - BloomZ: classificação de texto multilíngue, perguntas e 
respostas, geração de código, reformulação de parágrafos e muito mais
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• SageMaker JumpStart Modelos básicos - Transformação em lote de HuggingFace geração de 
texto em texto e inferência em lote em tempo real

• SageMaker JumpStart Modelos básicos - GPT-J, GPT-Neo Few-shot learning

• SageMaker JumpStart Modelos de fundação - Chatbots

Geração de imagens

Comece com modelos de difusão text-to-image estável, aprenda a implantar um modelo de pintura 
embutida e experimente um fluxo de trabalho simples para gerar imagens do seu cão.

• Introdução ao JumpStart - Texto em imagem

• Introdução à edição de JumpStart imagens - pintura embutida por difusão estável

• Gere imagens divertidas do seu cachorro

Personalização do modelo

Às vezes, seu caso de uso exige maior personalização do modelo de base para tarefas específicas. 
Para obter mais informações sobre abordagens de personalização de modelos, consulte Personalize 
um modelo de base ou explore um dos seguintes exemplos de cadernos.

• SageMaker JumpStart Modelos básicos - Ajustando o modelo GPT-J 6B de geração de texto em 
um conjunto de dados específico de domínio

• SageMaker JumpStart Modelos básicos - Ajuste fino da HuggingFace instrução Text2Text

• Geração aumentada de recuperação: resposta a perguntas com base em um conjunto de dados

• Geração aumentada de recuperação: resposta a perguntas com base em conjunto de dados 
personalizado com biblioteca de código aberto LangChain

Como usar modelos de JumpStart fundação

Escolha, treine ou implante modelos básicos por meio do Amazon SageMaker Studio ou do Amazon 
SageMaker Studio Classic, use modelos JumpStart básicos programaticamente com o SDK do 
SageMaker Python ou descubra modelos JumpStart básicos diretamente pelo console. SageMaker

Use modelos básicos no Studio

Você pode ajustar, implantar e avaliar modelos JumpStart básicos proprietários e publicamente 
disponíveis diretamente por meio da interface do usuário do Amazon SageMaker Studio.
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Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

No Amazon SageMaker Studio, abra a página JumpStart inicial por meio da página inicial ou do 
menu inicial no painel do lado esquerdo. Isso abre a página SageMaker JumpStartinicial, na qual 
você pode explorar os hubs de modelos e pesquisar modelos.

• Na página inicial, escolha JumpStartno painel Soluções pré-construídas e automatizadas.

• No menu Início, no painel esquerdo, navegue até o SageMaker JumpStartnó.

Para obter mais informações sobre como começar a usar o Amazon SageMaker Studio, consulte
SageMaker Estúdio Amazon.

Na página SageMaker JumpStartinicial do Studio, você pode explorar hubs de modelos de 
fornecedores de modelos proprietários e disponíveis publicamente. Você pode encontrar hubs 
ou modelos específicos usando a barra de pesquisa. Dentro de cada hub de modelos, você pode 
pesquisar modelos diretamente, classificar por Mais curtidas, Mais downloads ou Atualizado 
recentemente, ou filtrar com base em uma lista de tarefas de modelo fornecidas. Escolha um 
modelo para ver o cartão de detalhes do modelo. No canto superior direito do cartão de detalhes do 
modelo, escolha Ajustar, Implantar ou Avaliar para começar a trabalhar com os fluxos de trabalho de 
ajuste fino, implantação ou avaliação, respectivamente. Observe que nem todos os modelos estão 
disponíveis para ajuste fino ou avaliação. Se você precisar de orientação sobre como selecionar um 
modelo, consulte Escolha um modelo de de base.

Ajuste os modelos de base no Studio

O ajuste fino treina um modelo pré-treinado em um novo conjunto de dados sem precisar ser 
treinado do zero. Esse processo, também conhecido como aprendizado por transferência, pode 
produzir modelos precisos com conjuntos de dados menores e menos tempo de treinamento. Para 
ajustar os modelos JumpStart básicos, navegue até um cartão de detalhes do modelo na interface do 
usuário do Studio. Para obter mais informações sobre como abrir JumpStart no Studio, consulteAbra 
e use JumpStart no Studio. Depois de navegar até o cartão de detalhes do modelo de sua escolha, 
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escolha Ajuste fino no canto superior direito. Observe que nem todos os modelos têm ajustes finos 
disponíveis.

Important

Alguns modelos básicos exigem a aceitação explícita de um contrato de licença de usuário 
final (EULA) antes de serem ajustados. Para ter mais informações, consulte Aceitação do 
EULA no Amazon Studio SageMaker .

Configurações do modelo

Ao usar um modelo JumpStart básico pré-treinado no Amazon SageMaker Studio, a localização do 
artefato do modelo (URI do S3) é preenchida por padrão. Para editar o URI padrão do S3, escolha
Inserir localização do artefato do modelo.

Configurações de dados

No campo Dados, forneça um ponto de URI do S3 para a localização do seu conjunto de dados 
de treinamento. Para editar o URI padrão do S3, escolha Inserir localização do conjunto de dados 
de treinamento do modelo. Certifique-se de revisar o cartão de detalhes do modelo no Amazon 
SageMaker Studio para obter informações sobre a formatação dos dados de treinamento.

Hiperparâmetros

Você pode personalizar os hiperparâmetros do trabalho de treinamento que são usados para ajustar 
o modelo. Os hiperparâmetros disponíveis para cada modelo ajustável diferem dependendo do 
modelo.

Os seguintes hiperparâmetros são comuns entre os modelos:

• Épocas – Uma época é um ciclo em todo o conjunto de dados. Vários intervalos completam um 
lote, e vários lotes eventualmente completam uma época. Várias épocas são executadas até que 
a precisão do modelo atinja um nível aceitável ou quando a taxa de erro caia abaixo de um nível 
aceitável.

• Taxa de aprendizado – A quantidade em que os valores devem ser alterados entre as épocas. 
À medida que o modelo é refinado, seus pesos internos são ajustados e as taxas de erro são 
verificadas para ver se o modelo melhora. Uma taxa de aprendizado típica é 0,1 ou 0,01, em 
que 0,01 é um ajuste muito menor e pode fazer com que o treinamento leve muito tempo para 
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convergir, enquanto 0,1 é muito maior e pode fazer com que o treinamento ultrapasse. É um dos 
principais hiperparâmetros que você pode ajustar para treinar seu modelo. Observe que, para 
modelos de texto, uma taxa de aprendizado muito menor (5e-5 para BERT) pode resultar em um 
modelo mais preciso.

• Tamanho do lote – O número de registros do conjunto de dados que devem ser selecionados para 
cada intervalo a serem enviados às GPUs para treinamento.

Analise as dicas de ferramentas e as informações adicionais no cartão de detalhes do modelo na 
interface do usuário do Studio para saber mais sobre hiperparâmetros específicos do modelo de sua 
escolha.

Configurações das instâncias

Especifique o tipo de instância de treinamento e a localização do artefato de saída para seu trabalho 
de treinamento. Você só pode escolher entre instâncias que sejam compatíveis com o modelo de sua 
escolha dentro do ajuste fino da interface do usuário do Studio.

Mais informações

No campo Informações adicionais, você pode editar o nome do trabalho de treinamento. Você 
também pode adicionar e remover tags na forma de pares de valores-chave para ajudar a organizar 
e categorizar seus trabalhos de treinamento de ajuste fino.

Depois de fornecer informações para sua configuração de ajuste fino, escolha Enviar. Se o modelo 
básico pré-treinado que você escolheu ajustar exigir a concordância explícita de um contrato de 
licença de usuário final (EULA) antes do treinamento, o EULA será fornecido em uma janela pop-up. 
Para aceitar os termos do EULA, escolha Aceitar. Você é responsável por revisar e cumprir todos 
os termos de licença aplicáveis e garantir que eles sejam aceitáveis para seu caso de uso antes de 
baixar ou usar o modelo.

Implemente modelos básicos no Studio

Para implantar modelos JumpStart básicos, navegue até um cartão de detalhes do modelo na 
interface do usuário do Studio. Para obter mais informações sobre como abrir JumpStart no Studio, 
consulteAbra e use JumpStart no Studio. Depois de navegar até a página de detalhes do modelo 
de sua escolha, escolha Implantar no canto superior direito da interface do usuário do Studio. Em 
seguida, siga as etapas em Implantar modelos com o SageMaker Studio.
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Important

Alguns modelos básicos exigem a aceitação explícita de um contrato de licença de usuário 
final (EULA) antes da implantação. Para ter mais informações, consulte Aceitação do EULA 
no Amazon Studio SageMaker .

Avalie os modelos de fundação no Studio

SageMaker JumpStart A Amazon tem integrações com as avaliações de modelos da fundação 
SageMaker Clarify (FME) no Studio. Se um JumpStart modelo tiver recursos de avaliação integrados 
disponíveis, você poderá escolher Avaliar no canto superior direito da página de detalhes do modelo 
na interface do usuário do JumpStart Studio. Para obter mais informações, consulte Avaliar um 
modelo básico.

Use modelos básicos no Amazon SageMaker Studio Classic

Você pode implantar, treinar e ajustar modelos JumpStart básicos proprietários e publicamente 
disponíveis por meio da interface do usuário do Studio Classic.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Para começar a usar o Studio Classic, consulteInicie o Amazon SageMaker Studio Classic.
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Depois de abrir o Amazon SageMaker Studio Classic, escolha Modelos, cadernos, soluções na 
SageMaker JumpStart seção do painel de navegação. Em seguida, role para baixo até encontrar a 
seção modelos de base: geração de texto ou modelos de base: geração de imagens, dependendo do 
seu caso de uso.

Você pode escolher Exibir modelo em um cartão de modelo base sugerido ou escolher Explorar 
todos os modelos para ver todos os modelos de base disponíveis para geração de texto ou geração 
de imagem. Se você optar por ver todos os modelos disponíveis, poderá filtrar ainda mais os 
modelos disponíveis por tarefa, tipo de dados, tipo de conteúdo ou estrutura. Você também pode 
pesquisar o nome do modelo diretamente na barra Pesquisar. Se você precisar de orientação sobre 
como selecionar um modelo, consulte Escolha um modelo de de base.

Important

Alguns modelos de base exigem aceitação explícita de um contrato de licença do usuário 
final (EULA). Para ter mais informações, consulte Aceitação do EULA no Amazon Studio 
SageMaker .
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Depois de escolher Exibir modelo para o modelo básico de sua escolha no Studio Classic, você pode 
implantar o modelo. Para ter mais informações, consulte Implantar um modelo.

Você também pode escolher Abrir notebook na seção Executar no notebook para executar um 
exemplo de notebook para o modelo básico diretamente no Studio Classic.

Note

Para implantar um modelo básico proprietário no Studio Classic, você deve primeiro assinar 
o modelo emAWS Marketplace. O AWS Marketplace link é fornecido no caderno de exemplo 
associado no Studio Classic.

Se o modelo for ajustável, você também poderá ajustá-lo. Para ter mais informações, consulte Ajuste 
um modelo. Para obter uma lista de quais modelos de JumpStart base podem ser ajustados com 
precisão, consulte. Ajuste um modelo de base

Use modelos básicos com o SDK do SageMaker Python

Todos os modelos JumpStart básicos estão disponíveis para implantação programática usando o 
SDK do Python SageMaker. Modelos proprietários devem ser implantados usando as informações 
do pacote de modelos após a assinatura do modelo em AWS Marketplace, enquanto os modelos 
de base disponíveis ao público podem ser implantados usando o ID do modelo nos algoritmos 
integrados com tabela de modelos pré-treinada. Para começar a usar modelos JumpStart básicos 
usando o SDK do SageMaker Python, escolha um modelo básico no Studio Classic e execute e 
explore todos os exemplos de cadernos associados.

Important

Alguns modelos de base exigem aceitação explícita de um contrato de licença do usuário 
final (EULA). Para ter mais informações, consulte Aceitação do EULA com o SageMaker 
Python SDK.

Use modelos básicos proprietários com o SDK do SageMaker Python

Modelos proprietários devem ser implantados usando as informações do pacote do modelo após a 
assinatura do modelo em AWS Marketplace. Para obter mais informações sobre SageMaker eAWS 
Marketplace, consulte Comprar e vender SageMaker algoritmos e modelos da Amazon em AWS 
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Marketplace. Para encontrar AWS Marketplace links para os modelos proprietários mais recentes, 
consulte Introdução à Amazon SageMaker JumpStart.

Depois de assinar o modelo de sua escolhaAWS Marketplace, você pode implantar o modelo básico 
usando o SDK do SageMaker Python e o SDK associado ao provedor do modelo. Por exemplo, AI21 
Labs, Cohere e LightOn usam os lightonsage pacotes"ai21[SM]",cohere-sagemaker, e, 
respectivamente.

Por step-by-step exemplo, encontre e execute o notebook associado ao modelo básico proprietário 
de sua escolha no SageMaker Studio Classic. Consulte Use modelos básicos no Amazon 
SageMaker Studio Classic para obter mais informações.

Use modelos básicos disponíveis publicamente com o SDK do SageMaker Python

Para obter mais informações sobre a implantação programática de modelos JumpStart básicos 
disponíveis ao público, consulte Implantar um modelo pré-treinado diretamente em um endpoint. 
SageMaker Para obter informações sobre como ajustar programaticamente um modelo JumpStart 
básico, consulte Ajustar um modelo e implantar em um endpoint. SageMaker

Para referenciar os IDs de modelo disponíveis para modelos de base disponíveis ao público, 
consulte a tabela de algoritmos integrados com modelos pré-treinados. Pesquise o nome do modelo 
básico de sua escolha na barra de pesquisa, altere o número de entradas mostradas usando o menu 
suspenso Mostrar entradas ou escolha o próximo texto destacado em azul no lado esquerdo da 
página para navegar pelos modelos disponíveis.

Por exemplo, cadernos com etapas detalhadas sobre o uso de modelos JumpStart básicos 
disponíveis publicamente com o SDK do SageMaker Python, consulte. Cadernos de exemplo Você 
também pode explorar exemplos de cadernos disponíveis na interface do usuário do SageMaker 
JumpStart Studio Classic.

Descubra modelos básicos no SageMaker console

Você pode explorar modelos JumpStart básicos diretamente por meio do Amazon SageMaker 
Console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Encontre JumpStartno painel de navegação esquerdo e escolha modelos Foundation.

3. Procure modelos ou pesquise por um modelo específico. Se você precisar de orientação sobre 
seleção de modelo, consulte Escolha um modelo de de base. Escolha Exibir modelo para 
visualizar a página de detalhes do modelo de base de sua escolha.
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4. Se o modelo for um modelo proprietário, escolha Inscrever-se no canto superior direito da 
página de detalhes do modelo para assinar o modelo emAWS Marketplace. Você deve receber 
um e-mail confirmando sua assinatura do modelo de sua escolha. Para obter mais informações 
sobre SageMaker eAWS Marketplace, consulte Comprar e vender SageMaker algoritmos e 
modelos da Amazon em AWS Marketplace. Os modelos de fundação disponíveis ao público não 
exigem uma assinatura.

Note

A capacidade de descoberta do modelo básico proprietário está atualmente em pré-
visualização no SageMaker console. O acesso prévio a modelos de base proprietários 
no console inclui a disponibilidade do playground. Na página de detalhes do modelo, 
escolha Playground para testar um modelo proprietário sem precisar configurar ou 
implantar nenhum pacote de modelo.

5. Para ver um exemplo de caderno em GitHub, escolha Exibir código no canto superior direito da 
página de detalhes do modelo.

6. Para visualizar e executar um exemplo de caderno diretamente no Amazon SageMaker Studio 
Classic, escolha Abrir caderno no Studio Classic no canto superior direito da página de detalhes 
do modelo.

Escolha um modelo de de base

SageMaker JumpStart A Amazon fornece acesso a centenas de modelos de fundação proprietários 
e disponíveis publicamente de fontes e parceiros terceirizados. Você pode explorar a seleção do 
modelo JumpStart básico diretamente no SageMaker console, no Studio ou no Studio Classic. 
Quando selecionar um modelo de base, recomendamos começar com uma tarefa específica em 
mente e explorar modelos potenciais a partir daí.

Tarefas de modelos de base

Por definição, os modelos de base são adaptáveis a muitas tarefas posteriores. Os modelos de base 
são treinados em grandes quantidades de dados gerais de domínio e o mesmo modelo pode ser 
implementado ou personalizado para vários casos de uso. Ao escolher seu modelo de base, comece 
definindo uma tarefa específica.
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Escolha um modelo de geração de texto

Os modelos de base de geração de texto podem ser usados para uma variedade de tarefas 
posteriores, incluindo resumo de texto, classificação de texto, resposta a perguntas, geração de 
conteúdo de formato longo, redação curta, extração de informações e muito mais.

Para explorar os modelos JumpStart básicos de geração de texto mais recentes, use o filtro Geração 
de texto na página de descrição SageMaker JumpStart do produto Getting started with Amazon. 
Você também pode explorar modelos básicos com base em tarefas diretamente na interface do 
usuário do Amazon SageMaker Studio ou na interface do usuário do SageMaker Studio Classic. 
Consulte Use modelos básicos no Amazon SageMaker Studio Classic para obter mais informações.

Escolha um modelo de geração de imagem

JumpStart fornece uma ampla variedade de modelos básicos de geração de imagens de difusão 
estável, incluindo modelos básicos da Stability AI, bem como modelos pré-treinados para text-to-
image tarefas específicas da Hugging Face. Se precisar ajustar seu modelo text-to-image básico, 
você pode usar a base Stable Diffusion 2.1 da Stability AI. Se você quiser explorar modelos que já 
são treinados em estilos de arte específicos, você pode explorar um dos muitos modelos de terceiros 
do Hugging Face diretamente na interface do Amazon SageMaker Studio ou SageMaker na interface 
do Studio Classic.

Para explorar os modelos JumpStart básicos de última geração de imagens, use o filtro Text to 
Image na página de descrição do SageMaker JumpStart produto Getting Started with Amazon. Para 
começar com o modelo de text-to-image fundação escolhido, consulteUse modelos básicos no 
Amazon SageMaker Studio Classic.

Licenças e fontes de modelos

SageMaker JumpStart A Amazon fornece acesso a modelos de fundação disponíveis ao público 
e proprietários. Os modelos de base são integrados e mantidos por fornecedores proprietários e 
de código aberto terceirizados. Dessa forma, eles são lançados sob licenças diferentes, conforme 
designado pela fonte do modelo. Certifique-se de revisar a licença de qualquer modelo de base que 
você usa. Você é responsável por revisar e cumprir todos os termos de licença aplicáveis e garantir 
que eles sejam aceitáveis para seu caso de uso antes de baixar ou usar o conteúdo. Os seguintes 
exemplos demonstram as licenças comuns do modelo de base:

• Modelo Alexa Teacher

• Apache 2.0
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• BigScience Licença de IA responsável v1.0

• Licença CreativeML Open RAIL++-M

Da mesma forma, para qualquer modelo de base proprietário, certifique-se de revisar e cumprir todos 
os termos de uso e diretrizes de uso do fornecedor do modelo. Se tiver dúvidas sobre as informações 
de licença de um modelo proprietário específico, entre em contato diretamente com o fornecedor do 
modelo. Você pode encontrar as informações de contato do fornecedor do modelo na guia Suporte
de cada página do modelo emAWS Marketplace. Para explorar os modelos de fundação proprietários 
mais recentes, consulte Introdução à Amazon SageMaker JumpStart.

Contratos de licença de usuário final

Alguns modelos JumpStart básicos exigem a aceitação explícita de um contrato de licença de 
usuário final (EULA) antes da implantação.

Aceitação do EULA no Amazon Studio SageMaker

Você pode ser solicitado a aceitar um contrato de licença de usuário final antes de ajustar, implantar 
ou avaliar um modelo básico no Studio. JumpStart Para começar a usar os modelos JumpStart 
básicos no Studio, consulteUse modelos básicos no Studio.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

Alguns modelos JumpStart básicos exigem a aceitação de um contrato de licença do usuário final 
antes da implantação. Se isso se aplicar ao modelo básico que você escolher usar, o Studio exibirá 
uma janela contendo o conteúdo do EULA. Você é responsável por revisar e cumprir todos os termos 
de licença aplicáveis e garantir que eles sejam aceitáveis para seu caso de uso antes de baixar ou 
usar o modelo.

Aceitação do EULA no Amazon SageMaker Studio Classic

Você pode ser solicitado a aceitar um contrato de licença de usuário final antes de implantar um 
modelo JumpStart básico ou abrir um caderno de modelo JumpStart básico no Studio Classic. Para 
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começar a usar modelos JumpStart básicos no Studio Classic, consulteUse modelos básicos no 
Amazon SageMaker Studio Classic.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Alguns modelos JumpStart básicos exigem a aceitação de um contrato de licença do usuário final 
antes da implantação. Se isso se aplicar ao modelo básico que você escolher usar, o Studio Classic 
exibirá uma janela intitulada Revise o Contrato de Licença de Usuário Final (EULA) e a Política de 
Uso Aceitável (AUP) abaixo depois de escolher Implantar ou Abrir notebook. Você é responsável por 
revisar e cumprir todos os termos de licença aplicáveis e garantir que eles sejam aceitáveis para seu 
caso de uso antes de baixar ou usar o modelo.

Aceitação do EULA com o SageMaker Python SDK

Para obter mais informações sobre como começar a usar modelos JumpStart básicos usando o SDK 
do SageMaker Python, consulte. Use modelos básicos com o SDK do SageMaker Python

Important

Certifique-se de atualizar para a versão mais recente do modelo que você usa e para a 
versão mais recente do SDK do SageMaker Python antes de seguir esse fluxo de trabalho. 
Para usar o fluxo de trabalho a seguir, você deve ter a versão v2.198.0 ou posterior ou o 
SDK do Python SageMaker instalado.

Aceitação do EULA ao implantar um modelo JumpStart

Para modelos que exigem a aceitação de um contrato de licença de usuário final, você deve declarar 
explicitamente a aceitação do EULA ao implantar seu modelo. JumpStart

from sagemaker.jumpstart.model import JumpStartModel
model_id = "meta-textgeneration-llama-2-13b"
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my_model = JumpStartModel(model_id=model_id)

# Declare EULA acceptance when deploying your JumpStart model
predictor = my_model.deploy(accept_eula=True)

O valor accept_eula é None por padrão e deve ser explicitamente redefinido como True
para aceitar o contrato de licença do usuário final. Para obter mais informações, consulte a
JumpStartModelreferência da API do SDK para JumpStart Python.

Aceitação do EULA ao ajustar um modelo JumpStart

Para modelos de ajuste fino que exigem a aceitação de um contrato de licença do usuário final, você 
deve declarar explicitamente a aceitação do EULA ao definir seu estimador. JumpStart Observe que, 
após o ajuste fino de um modelo pré-treinado, os pesos do modelo original são alterados, portanto, 
você não precisa aceitar um EULA posteriormente ao implantar o modelo ajustado.

from sagemaker.jumpstart.estimator import JumpStartEstimator
model_id = "meta-textgeneration-llama-2-13b"

# Declare EULA acceptance when defining your JumpStart estimator
estimator = JumpStartEstimator(model_id=model_id, environment={"accept_eula": "true"})
estimator.fit(
{"train": training_dataset_s3_path, "validation": validation_dataset_s3_path}
)

O accept_eula valor é None padrão e deve ser explicitamente redefinido como "true" dentro 
do ambiente do estimador para aceitar o contrato de licença do usuário final. Para obter mais 
informações, consulte a JumpStartEstimatorreferência da API do SDK para JumpStart Python.

Aceitação do EULA: versões do SageMaker Python SDK anteriores à 2.198.0

Important

Ao usar versões anteriores à 2.198.0 do SDK do SageMaker Python, você deve usar a 
classe para aceitar um modelo de SageMaker Predictor EULA.

Depois de implantar um modelo JumpStart básico programaticamente usando o SDK do SageMaker 
Python, você pode executar inferências em seu endpoint implantado com a classe. SageMaker
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Predictor Para modelos que exigem a aceitação de um contrato de licença de usuário final, você 
deve declarar explicitamente a aceitação do EULA em sua chamada para a classe Predictor.

predictor.predict(payload, custom_attributes="accept_eula=true")

O valor accept_eula é false por padrão e deve ser explicitamente redefinido como true para 
aceitar o contrato de licença do usuário final. O preditor retornará um erro se você tentar executar a 
inferência enquanto accept_eula estiver definido como. false Para obter mais informações sobre 
como começar a usar modelos JumpStart básicos usando o SDK do SageMaker Python, consulte.
Use modelos básicos com o SDK do SageMaker Python

Important

O parâmetro custom_attributes aceita pares de valores-chave no formato
"key1=value1;key2=value2". Se você usar a mesma chave várias vezes, o servidor 
de inferência usará o último valor associado à chave. Por exemplo, se você passar
"accept_eula=false;accept_eula=true" para o parâmetro custom_attributes, o 
servidor de inferência associará o valor à true chave. accept_eula

Personalize um modelo de base

Os modelos de base são modelos extremamente poderosos, capazes de resolver uma ampla 
variedade de tarefas. Para resolver a maioria das tarefas de forma eficaz, esses modelos exigem 
alguma forma de personalização.

A maneira recomendada de primeiro personalizar um modelo de base para um caso de uso 
específico é por meio de engenharia imediata. Fornecer ao seu modelo de base instruções bem 
projetadas e ricas em contexto pode ajudar a alcançar os resultados desejados sem qualquer ajuste 
fino ou alteração dos pesos do modelo. Para ter mais informações, consulte Engenharia rápida para 
modelos de base.

Se a engenharia imediata por si só não for suficiente para personalizar seu modelo de base para 
uma tarefa específica, você pode ajustar um modelo de base em dados adicionais específicos do 
domínio. Para ter mais informações, consulte Ajuste um modelo de base. O processo de ajuste fino 
envolve a alteração dos pesos do modelo.

Se quiser personalizar seu modelo com informações de uma biblioteca de conhecimento sem 
precisar retreinar, consulte Geração Aumentada de Recuperação (RAG).
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Engenharia rápida para modelos de base

A engenharia rápida é o processo de projetar e refinar as instruções ou estímulos de entrada de 
um modelo de linguagem para gerar tipos específicos de saída. A engenharia rápida envolve 
selecionar palavras-chave apropriadas, fornecer contexto e moldar a entrada de uma forma que 
incentive o modelo a produzir a resposta desejada e é uma técnica vital para moldar ativamente o 
comportamento e a saída dos modelos de base.

A engenharia rápida e eficaz é crucial para direcionar o comportamento do modelo e obter as 
respostas desejadas. Por meio de engenharia rápida, você pode controlar o tom, o estilo e a 
experiência de domínio de um modelo sem medidas de personalização mais complicadas, como 
ajustes finos. Recomendamos dedicar tempo à engenharia imediata antes de considerar o ajuste 
fino de um modelo com dados adicionais. O objetivo é fornecer contexto e orientação suficientes ao 
modelo para que ele possa generalizar e ter um bom desempenho em cenários de dados invisíveis 
ou limitados.

Aprendizado zero-shot

O aprendizado zero envolve o treinamento de um modelo para generalizar e fazer previsões 
sobre aulas ou tarefas invisíveis. Para realizar engenharia imediata em ambientes de aprendizado 
sem falhas, recomendamos criar solicitações que forneçam explicitamente informações sobre a 
tarefa de destino e o formato de saída desejado. Por exemplo, se você quiser usar um modelo de 
base para classificação de texto zero em um conjunto de classes que o modelo não viu durante o 
treinamento, uma solicitação bem projetada poderia ser: "Classify the following text as 
either sports, politics, or entertainment: [input text]." Quando especificar 
explicitamente as classes de destino e o formato de saída esperado, você pode orientar o modelo 
para fazer previsões precisas mesmo em classes não vistas.

Aprendizado few-shot

O aprendizado rápido envolve o treinamento de um modelo com uma quantidade limitada de dados 
para novas classes ou tarefas. A engenharia rápida em ambientes de aprendizado few-shotse 
concentra na criação de instruções que usem com eficácia os limitados dados de treinamento 
disponíveis. Por exemplo, se você usar um modelo de base para uma tarefa de classificação de 
imagens e tiver apenas alguns exemplos de uma nova classe de imagem, poderá criar um prompt 
que inclua os exemplos rotulados disponíveis com um espaço reservado para a classe de destino. 
Por exemplo, o prompt pode ser:"[image 1], [image 2], and [image 3] are examples 
of [target class]. Classify the following image as [target class]". Quando 
incorporar os exemplos rotulados limitados e especificar explicitamente a classe de destino, você 
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pode orientar o modelo para generalizar e fazer previsões precisas, mesmo com o mínimo de dados 
de treinamento.

Se a engenharia imediata não for suficiente para adaptar seu modelo de base às necessidades 
comerciais específicas, à linguagem específica do domínio, às tarefas de destino ou a outros 
requisitos, considere ajustar seu modelo em dados adicionais ou usar a Geração Aumentada de 
Recuperação (RAG) para ampliar sua arquitetura de modelo com contexto aprimorado de fontes 
de conhecimento arquivadas. Para obter mais informações, consulte Ajuste um modelo de base ou
Geração Aumentada de Recuperação (RAG).

Ajuste um modelo de base

Os modelos de base são computacionalmente caros e treinados em um corpus grande e sem rótulo. 
Ajustar um modelo de base pré-treinado é uma forma acessível de aproveitar seus amplos recursos 
e, ao mesmo tempo, personalizar um modelo em seu próprio pequeno corpus. O ajuste fino é um 
método de personalização que envolve treinamento adicional e altera os pesos do seu modelo.

O ajuste fino pode ser útil se você precisar de:

• para personalizar seu modelo de acordo com necessidades comerciais específicas

• seu modelo para trabalhar com sucesso com linguagem específica de domínio, como jargões do 
setor, termos técnicos ou outro vocabulário especializado

• desempenho aprimorado para tarefas específicas

• respostas precisas, relativas e sensíveis ao contexto em aplicativos

• respostas mais factuais, menos tóxicas e mais bem alinhadas aos requisitos específicos

Há duas abordagens principais que você pode adotar para fazer o ajuste fino, dependendo do seu 
caso de uso e do modelo de base escolhido. Se você estiver interessado em ajustar seu modelo 
em dados específicos do domínio, consulte Ajuste fino da adaptação do domínio. Se você estiver 
interessado em um ajuste fino baseado em instruções usando exemplos de solicitações e respostas, 
consulte Ajuste fino baseado em instruções.

Ajuste fino da adaptação do domínio

O ajuste fino da adaptação de domínio permite que você aproveite modelos de base pré-treinados 
e os adapte a tarefas específicas usando dados limitados específicos do domínio. Se os esforços 
imediatos de engenharia não fornecerem personalização suficiente, você poderá usar o ajuste fino 
da adaptação de domínio para fazer seu modelo funcionar com a linguagem específica do domínio, 
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como jargões do setor, termos técnicos ou outros dados especializados. Esse processo de ajuste 
fino modifica os pesos do modelo.

Para obter mais informações, consulte o modelo GPT-J 6B de geração de texto SageMaker 
JumpStart Foundation Models - Ajustando o modelo GPT-J 6B em um caderno de exemplo de 
conjunto de dados específico do domínio. Você também pode seguir as etapas do formato do 
conjunto de dados de adaptação de domínio nos modelos LLama 2 de ajuste fino em um notebook 
de exemplo. SageMaker JumpStart

O ajuste fino da adaptação do domínio está disponível com os seguintes modelos de base:

Note

Alguns modelos JumpStart básicos, como o L LaMa -2-7B, exigem a aceitação de um 
contrato de licença do usuário final antes de ajustar e realizar inferências. Para ter mais 
informações, consulte Contratos de licença de usuário final.

• BloomZ 7b1

• GPT-J 6B

• GPT Neo 2.7B

• L LaMa -2-7b

• L LaMa -2-13b

Ajuste fino baseado em instruções

O ajuste fino baseado em instruções usa exemplos rotulados para melhorar o desempenho de um 
modelo de base pré-treinado em uma tarefa específica. Os exemplos rotulados são formatados como 
solicitações, pares de respostas e expressos como instruções. Esse processo de ajuste fino modifica 
os pesos do modelo. Para obter mais informações sobre o ajuste fino baseado em instruções, 
consulte os artigos Introdução ao FLAN: modelos de linguagem mais generalizáveis com ajuste fino 
de instruções e Escalonamento de modelos de linguagem ajustados por instruções.

Os modelos ajustados de Language Net (FLAN) usam o ajuste de instruções para tornar os modelos 
mais fáceis de resolver tarefas gerais de PNL downstream. SageMaker JumpStart A Amazon 
fornece vários modelos básicos na família de modelos FLAN. Por exemplo, os modelos FLAN-T5 
são ajustados com instruções em uma ampla variedade de tarefas para aumentar o desempenho 
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zero em uma variedade de casos de uso comuns. Com dados adicionais e ajustes, os modelos 
baseados em instruções podem ser ainda mais adaptados a tarefas mais específicas que não foram 
consideradas durante o pré-treinamento.

O ajuste fino baseado em instruções está disponível com os seguintes modelos de base:

Note

Alguns modelos JumpStart básicos, como o L LaMa -2-7B, exigem a aceitação de um 
contrato de licença do usuário final antes de ajustar e realizar inferências. Para ter mais 
informações, consulte Contratos de licença de usuário final.

• FLAN-T5 XL

• FLAN-T5 Grande

• FLAN-T5 pequeno

• Base FLAN-T5

• L LaMa -2-7b

• L LaMa -2-13b

Cadernos de exemplo

Para obter mais informações, veja os cadernos de exemplos a seguir:

• Ajuste os modelos LLama 2 em SageMaker JumpStart

• SageMaker JumpStart Modelos básicos - Ajuste fino da HuggingFace instrução Text2Text

Geração Aumentada de Recuperação (RAG)

Os modelos de base geralmente são treinados offline, tornando o modelo independente de quaisquer 
dados criados após o treinamento do modelo. Além disso, os modelos de base são treinados em 
corpora de domínio muito gerais, tornando-os menos eficazes para tarefas específicas do domínio. 
Você pode usar a Geração Aumentada de Recuperação (RAG) para recuperar dados de fora de 
um modelo de base e aumentar suas solicitações adicionando os dados recuperados relevantes 
no contexto. Para obter mais informações sobre as arquiteturas do modelo RAG, consulte Geração
aumentada de recuperação para tarefas de PNL com uso intensivo de conhecimento.
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Com o RAG, os dados externos usados para aumentar suas solicitações podem vir de várias fontes 
de dados, como repositórios de documentos, bancos de dados ou APIs. A primeira etapa é converter 
seus documentos e quaisquer consultas do usuário em um formato compatível para realizar a 
pesquisa de relevância. Para tornar os formatos compatíveis, uma coleção de documentos ou 
biblioteca de conhecimento e consultas enviadas pelo usuário são convertidas em representações 
numéricas usando modelos de linguagem de incorporação. A incorporação é o processo pelo qual 
o texto recebe representação numérica em um espaço vetorial. As arquiteturas do modelo RAG 
comparam as incorporações das consultas do usuário no vetor da biblioteca de conhecimento. O 
prompt original do usuário é então anexado com o contexto relevante de documentos semelhantes 
na biblioteca de conhecimento. Essa solicitação aumentada é então enviada para o modelo de 
base. Você pode atualizar as bibliotecas de conhecimento e suas incorporações relevantes de forma 
assíncrona.

Cadernos de exemplo

Para obter mais informações, veja os cadernos de exemplos a seguir:

• Geração aumentada de recuperação: resposta a perguntas usando modelos de geração 
LangChain e incorporação da Cohere a partir de SageMaker JumpStart
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• Geração aumentada de recuperação: resposta a perguntas usando LLama-2, Pinecone e conjunto 
de dados personalizado

• Geração aumentada de recuperação: resposta a perguntas com base em conjunto de dados 
personalizado com biblioteca de código aberto LangChain

• Geração aumentada de recuperação: resposta a perguntas com base em um conjunto de dados

Avalie um modelo básico de geração de texto no Studio

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.

Important

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade 
para a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior 
do Amazon SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O 
recurso de avaliação da fundação só pode ser usado na experiência atualizada. Para obter 
informações sobre como atualizar o Studio, consulteMigração do Amazon SageMaker 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, 
consulteAmazon SageMaker Studio Clássico.

SageMaker JumpStart A Amazon tem integrações com o SageMaker Clarify Foundation Model 
Evaluations (FMEval) no Studio. Se um JumpStart modelo tiver recursos de avaliação integrados 
disponíveis, você poderá escolher Avaliar no canto superior direito da página de detalhes do modelo 
na interface do usuário do JumpStart Studio. Para obter mais informações sobre como navegar na 
interface do usuário do JumpStart Studio, consulte Abra e use JumpStart no Studio

Use SageMaker JumpStart a Amazon para avaliar modelos de base baseados em texto com o 
FMEval. Você pode usar essas avaliações de modelo para comparar as métricas de qualidade e 
responsabilidade do modelo para um modelo, entre dois modelos ou entre diferentes versões do 
mesmo modelo, para ajudá-lo a quantificar os riscos do modelo. O FMEval pode avaliar modelos 
baseados em texto que realizam as seguintes tarefas:

• Geração aberta — A produção de respostas humanas naturais ao texto que não tem uma estrutura 
predefinida.
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• Resumo do texto — A geração de um resumo conciso e condensado, mantendo o significado e as 
principais informações contidas em um texto maior.

• Resposta a perguntas — A geração de uma resposta em linguagem natural para uma pergunta.

• Classificação — A atribuição de uma classe, como positive versus uma passagem negative
de texto com base em seu conteúdo.

Você pode usar o FMEval para avaliar automaticamente as respostas do modelo com base em 
benchmarks específicos. Você também pode avaliar as respostas do modelo de acordo com seus 
próprios critérios trazendo seus próprios conjuntos de dados imediatos. O FMEval fornece uma 
interface de usuário (UI) que orienta você na instalação e configuração de um trabalho de avaliação. 
Você também pode usar a biblioteca FMEval dentro do seu próprio código.

Cada avaliação exige uma cota para duas instâncias:

• Instância de hospedagem — Uma instância que hospeda e implanta um LLM.

• Instância de avaliação — Uma instância usada para solicitar e realizar uma avaliação de um LLM 
na instância de hospedagem.

Se seu LLM já estiver implantado, forneça o endpoint e SageMaker usará sua instância de 
hospedagem para hospedar e implantar o LLM.

Se você estiver avaliando um SageMaker JumpStart modelo que ainda não foi implantado em 
sua conta, o FMeval cria uma instância de hospedagem temporária para você em sua conta e a 
mantém implantada somente durante a avaliação. O FMEval usa a instância padrão que SageMaker 
JumpStart recomenda o LLM escolhido como sua instância de hospedagem. Você deve ter cota 
suficiente para essa instância recomendada.

Cada avaliação também usa uma instância de avaliação para fornecer solicitações e pontuar as 
respostas do LLM. Você também deve ter cota e memória suficientes para executar os algoritmos de 
avaliação. Os requisitos de cota e memória da instância de avaliação geralmente são menores do 
que os exigidos para uma instância de hospedagem. Recomendamos selecionar a ml.m5.2xlarge
instância. Para obter mais informações sobre cota e memória, consulteGuia de solução de 
problemas do FMEval.

As avaliações automáticas podem ser usadas para pontuar LLMs nas seguintes dimensões:

• Precisão — Para resumo de texto, resposta a perguntas e classificação de texto
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• Robustez semântica — Para tarefas abertas de geração, resumo e classificação de texto

• Conhecimento factual — Para uma geração aberta

• Estereotipagem rápida — Para uma geração aberta

• Toxicidade — Para geração aberta, resumo de texto e resposta a perguntas

Você também pode usar avaliações humanas para avaliar manualmente as respostas do modelo. 
A interface do usuário do FMEval orienta você em um fluxo de trabalho de seleção de um ou mais 
modelos, provisionamento de recursos, redação de instruções e contato com sua força de trabalho 
humana. Após a conclusão da avaliação humana, os resultados são exibidos no FMeval.

Você pode acessar a avaliação do modelo por meio da página JumpStart inicial no Studio 
selecionando um modelo para avaliar e, em seguida, escolhendo Avaliar. Observe que nem todos os 
JumpStart modelos têm recursos de avaliação disponíveis. Para obter mais informações sobre como 
configurar, provisionar e executar o FMEval, consulte O que são avaliações do modelo básico?

Modelos específicos de tarefas

JumpStart oferece suporte a modelos específicos de tarefas em quinze dos tipos de problemas mais 
populares. Dos tipos de problemas suportados, os tipos relacionados à Visão e à PNL totalizam 
treze. Há oito tipos de problemas que oferecem suporte ao treinamento incremental e ao ajuste fino. 
Para obter mais informações sobre treinamento incremental e ajuste de hiperparâmetros, consulte 
Ajuste SageMaker automático do modelo. JumpStart também oferece suporte a quatro algoritmos 
populares para modelagem de dados tabulares.

Você pode pesquisar e procurar modelos na página JumpStart inicial no Studio ou no Studio Classic. 
Quando você seleciona um modelo, a página de detalhes do modelo fornece informações sobre 
o modelo e você pode treinar e implantar seu modelo em algumas etapas. A seção de descrição 
descreve o que você pode fazer com o modelo, os tipos esperados de entradas e saídas e o tipo de 
dados necessário para ajustar seu modelo.

Você também pode utilizar modelos de forma programática com o SDK do PythonSageMaker .
Para obter uma lista de todos os modelos disponíveis, consulte a Tabela de modelos JumpStart 
disponíveis.

A lista de tipos de problemas e links para seus exemplos de notebooks Jupyter está resumida na 
tabela a seguir.
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Tipos de 
problema

Suporta inferênci 
a com modelos 
pré-treinados

Treinável em 
um conjunto de 
dados personali 
zado

Estruturas 
compatíveis

Blocos de 
anotações de 
exemplo

Classificação de 
imagens

Sim Sim PyTorch, 
TensorFlow

Introdução à 
JumpStart - 
Classificação de 
imagens

Detecção de 
objetos

Sim Sim PyTorch, 
TensorFlow, 
MXNet

Introdução à 
JumpStart - 
Detecção de 
objetos

Segmentação 
semântica

Sim Sim MXNet Introdução à 
JumpStart - 
Segmentação 
semântica

Segmentação de 
instâncias

Sim Sim MXNet Introdução 
à JumpStart 
segmentação de 
instâncias

Incorporação de 
imagens

Sim Não TensorFlow, 
MXNet

Introdução à 
JumpStart - 
Incorporação de 
imagens

Classificação de 
texto

Sim Sim TensorFlow Introdução à 
JumpStart - 
Classificação de 
texto

Classificação de 
pares de frases

Sim Sim TensorFlow, 
Hugging Face

Introdução à 
JumpStart - 
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Tipos de 
problema

Suporta inferênci 
a com modelos 
pré-treinados

Treinável em 
um conjunto de 
dados personali 
zado

Estruturas 
compatíveis

Blocos de 
anotações de 
exemplo

Classificação de 
pares de frases

Respostas a 
perguntas

Sim Sim PyTorch, 
Hugging Face

Introdução à 
JumpStart — 
Resposta a 
perguntas

Reconhecimento 
de entidades 
nomeadas

Sim Não Hugging Face Introdução ao 
JumpStart - 
Reconhecimento 
de entidades 
nomeadas

Sumarização de 
texto

Sim Não Hugging Face Introdução à 
JumpStart - 
Sumarização de 
texto

Geração de texto Sim Não Hugging Face Introdução à 
JumpStart - 
Geração de texto

Tradução 
automática

Sim Não Hugging Face Introdução 
à JumpStart 
- Tradução 
automática

Incorporação de 
texto

Sim Não TensorFlow, 
MXNet

Introdução à 
JumpStart - 
Incorporação de 
texto
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Tipos de 
problema

Suporta inferênci 
a com modelos 
pré-treinados

Treinável em 
um conjunto de 
dados personali 
zado

Estruturas 
compatíveis

Blocos de 
anotações de 
exemplo

Classificação 
tabular

Sim Sim LightGBM, 
XGBoost 
CatBoost, 
AutoGluon 
-Tabular, 
Linear Learner 
TabTransformer

Introdução 
à JumpStart 
- Classific 
ação tabular 
- LightGBM, 
CatBoost

Introdução 
à JumpStart 
- Classific 
ação tabular - 
XGBoost, Linear 
Learner

Introdução 
à JumpStart 
- Classific 
ação tabular - 
AutoGluon Aluno

Introdução 
à JumpStart 
- Classific 
ação tabular - 
TabTransformer 
Aluno
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Tipos de 
problema

Suporta inferênci 
a com modelos 
pré-treinados

Treinável em 
um conjunto de 
dados personali 
zado

Estruturas 
compatíveis

Blocos de 
anotações de 
exemplo

Regressão 
tabular

Sim Sim LightGBM, 
XGBoost 
CatBoost, 
AutoGluon 
-Tabular, 
Linear Learner 
TabTransformer

Introdução à 
JumpStart - 
Regressão 
tabular - 
LightGBM, 
CatBoost

Introdução à 
JumpStart — 
Regressão 
tabular - 
XGBoost, Linear 
Learner

Introdução à 
JumpStart — 
Regressão 
tabular - Aluno 
AutoGluon

Introdução à 
JumpStart — 
Regressão 
tabular - Aluno 
TabTransformer

Implantar um modelo

Quando você implanta um modelo a partir de JumpStart, SageMaker hospeda o modelo e implanta 
um endpoint que você pode usar para inferência. JumpStart também fornece um exemplo de 
notebook que você pode usar para acessar o modelo após a implantação.
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Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Note

Para obter mais informações sobre a implantação do JumpStart modelo no Studio, consulte
Implemente modelos básicos no Studio

Configuração de implantação do modelo

Depois de escolher um modelo, a guia do modelo é aberta. No painel Implantar modelo, escolha
Configuração de implantação para configurar a implantação do modelo.

O tipo de instância padrão para implantar um modelo depende do modelo. O tipo de instância 
é o hardware no qual o trabalho de treinamento é executado. No exemplo a seguir, a instância
ml.p2.xlarge é o padrão para esse modelo BERT específico.

Você também pode alterar o nome do endpoint, adicionar tags de key;value recursos, ativar 
ou desativar o jumpstart- prefixo de qualquer JumpStart recurso relacionado ao modelo e 
especificar um bucket do Amazon S3 para armazenar artefatos do modelo usados pelo seu endpoint. 
SageMaker
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Escolha Configurações de segurança para especificar a função (IAM) AWS Identity and Access 
Management, a Amazon Virtual Private Cloud (Amazon VPC) e as chaves de criptografia para o 
modelo.
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Segurança de implantação de modelos

Ao implantar um modelo com JumpStart, você pode especificar uma função do IAM, Amazon VPC e 
chaves de criptografia para o modelo. Se você não especificar nenhum valor para essas entradas: a 
função padrão do IAM é sua função de tempo de execução do Studio Classic; a criptografia padrão é 
usada; nenhuma Amazon VPC é usada.

IAM role (Perfil do IAM)

Você pode selecionar uma função do IAM que seja aprovada como parte dos trabalhos de 
treinamento e hospedagem. SageMaker usa essa função para acessar dados de treinamento e 
artefatos do modelo. Se você não selecionar uma função do IAM, SageMaker implanta o modelo 
usando sua função de tempo de execução do Studio Classic. Para obter mais informações sobre 
perfis do IAM, consulte Identity and Access Management para Amazon SageMaker.

A função que você passa deve ter acesso aos recursos de que o modelo precisa e deve incluir todos 
os itens a seguir.
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• Para trabalhos de treinamento: CreateTrainingJob API: Permissões da função de execução.

• Para hospedagem de trabalhos: CreateModel API: Permissões da função de execução.

Note

Você pode definir o escopo das permissões do Amazon S3 concedidas em cada uma das 
seguintes funções. Faça isso usando o ARN do seu bucket do Amazon Simple Storage 
Service (Amazon S3) e do bucket do Amazon S3. JumpStart

{ 
  "Effect": "Allow", 
  "Action": [ 
    "s3:GetObject", 
    "s3:PutObject", 
    "s3:ListMultipartUploadParts", 
    "s3:ListBucket" 
  ], 
  "Resources": [ 
    "arn:aws:s3:::jumpstart-cache-prod-<region>/*", 
    "arn:aws:s3:::jumpstart-cache-prod-<region>", 
    "arn:aws:s3:::bucket/*" 
  ]
}

Encontre a função do IAM

Se selecionar essa opção, é necessário selecionar uma função existente do IAM na lista suspensa.
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Função do IAM de entrada

Se você selecionar essa opção, deverá inserir manualmente o ARN de uma função existente do IAM. 
Se sua função de tempo de execução do Studio Classic ou Amazon VPC bloquearem a iam:list*
chamada, você deverá usar essa opção para usar uma função do IAM existente.

Amazon VPC

Todos os JumpStart modelos são executados no modo de isolamento de rede. Depois que o 
contêiner do modelo é criado, não é possível fazer mais chamadas. Você pode selecionar uma 
Amazon VPC aprovada como parte de trabalhos de treinamento e hospedagem. SageMaker usa 
essa Amazon VPC para enviar e extrair recursos do seu bucket do Amazon S3. Essa Amazon VPC 
é diferente da Amazon VPC que limita o acesso à Internet pública a partir da sua instância do Studio 
Classic. Para obter mais informações sobre o Studio Classic Amazon VPC, consulte. Conecte os 
notebooks Connect SageMaker Studio Classic em uma VPC a recursos externos

O Amazon VPC que você passa não precisa acessar a Internet pública, mas precisa acessar 
o Amazon S3. O endpoint da Amazon VPC do Amazon S3 deve permitir acesso ao menos aos 
seguintes recursos de que o modelo precisa.

{ 
  "Effect": "Allow", 
  "Action": [ 
    "s3:GetObject", 
    "s3:PutObject", 
    "s3:ListMultipartUploadParts", 
    "s3:ListBucket" 
  ], 
  "Resources": [ 
    "arn:aws:s3:::jumpstart-cache-prod-<region>/*", 
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    "arn:aws:s3:::jumpstart-cache-prod-<region>", 
    "arn:aws:s3:::bucket/*" 
  ]
}

Se você não selecionar uma Amazon VPC, nenhuma Amazon VPC será usada.

Encontrar uma VPC

Se você selecionar essa opção, deverá selecionar uma Amazon VPC existente na lista suspensa. 
Depois de selecionar uma Amazon VPC, você deve selecionar uma sub-rede e um grupo de 
segurança para sua Amazon VPC. Para obter mais informações sobre sub-redes e grupos de 
segurança, consulte Visão geral de VPCs e sub-redes.

Inserir VPC

Se você selecionar essa opção, deverá selecionar manualmente a sub-rede e o grupo de segurança 
que compõem sua Amazon VPC. Se sua função de tempo de execução do Studio Classic ou a 
Amazon VPC bloquearem a ec2:list* chamada, você deverá usar essa opção para selecionar a 
sub-rede e o grupo de segurança.

Modelos específicos de tarefas 328

https://docs.aws.amazon.com/vpc/latest/userguide/VPC_Subnets.html


Amazon SageMaker Guia do Desenvolvedor

Chaves de criptografia

Você pode selecionar uma AWS KMS chave que seja passada como parte dos trabalhos de 
treinamento e hospedagem. SageMaker usa essa chave para criptografar o volume do Amazon EBS 
para o contêiner e o modelo reempacotado no Amazon S3 para hospedar trabalhos e a saída para 
trabalhos de treinamento. Para obter mais informações sobre chaves AWS KMS, consulte Chaves 
AWS KMS.

A chave que você transmitir deve confiar na função do IAM que você transmitir ao. Se você não 
especificar uma função do IAM, a AWS KMS chave deve confiar na sua função de tempo de 
execução do Studio Classic.

Se você não selecionar uma AWS KMS chave, SageMaker fornece criptografia padrão para os 
dados no volume do Amazon EBS e nos artefatos do Amazon S3.

Encontrar chaves de criptografia

Se você selecionar essa opção, deverá selecionar as chaves AWS KMS existentes na lista 
suspensa.
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Inserir Chaves de criptografia

Se selecionar essa opção, é necessário inserir as teclas AWS KMS manualmente. Se sua função de 
execução do Studio Classic ou a Amazon VPC bloquearem a kms:list*  chamada, você deverá 
usar essa opção para selecionar as chaves existentesAWS KMS.

Configurar valores padrão para JumpStart modelos

Você pode configurar valores padrão para parâmetros como funções do IAM, VPCs e chaves KMS a 
serem pré-preenchidos para implantação e treinamento do JumpStart modelo. Depois de definir os 
valores padrão, a interface do usuário do Studio Classic fornece automaticamente as configurações 
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e tags de segurança especificadas aos SageMaker JumpStart modelos para simplificar os fluxos de 
trabalho de implantação e treinamento. Administradores e usuários finais podem inicializar os valores 
padrão especificados em um arquivo de configuração no formato YAML.

Por padrão, o SDK do SageMaker Python usa dois arquivos de configuração: um para o 
administrador e outro para o usuário. Usando o arquivo de configuração do administrador, os 
administradores podem definir um conjunto de valores padrão. Os usuários finais podem substituir 
os valores definidos no arquivo de configuração do administrador e definir valores padrão adicionais 
usando o arquivo de configuração do usuário final. Para obter mais informações, consulte
Configuração padrão de local do arquivo.

O exemplo de código a seguir lista os locais padrão dos arquivos de configuração ao usar o SDK do 
SageMaker Python no Amazon SageMaker Studio Classic.

# Location of the admin config file
/etc/xdg/sagemaker/config.yaml

# Location of the user config file
/root/.config/sagemaker/config.yaml

Os valores especificados no arquivo de configuração do usuário substituem os valores definidos no 
arquivo de configuração do administrador. O arquivo de configuração é exclusivo para cada perfil 
de usuário dentro de um SageMaker domínio da Amazon. O aplicativo Studio Classic do perfil do 
usuário está diretamente associado ao perfil do usuário. Para ter mais informações, consulte Perfis 
de usuário do Domínio.

Opcionalmente, os administradores podem definir padrões de configuração para treinamento e 
implantação de JumpStart modelos por meio de configurações de ciclo de vida. JupyterServer
Para ter mais informações, consulte Criar e associar uma configuração de ciclo de vida.

Arquivo YAML de configuração de valor padrão

Seu arquivo de configuração deve seguir a estrutura do arquivo de configuração do 
SDK do SageMaker Python. Observe que campos específicos nas EndpointConfig
configuraçõesTrainingJob,Model, e se aplicam aos valores padrão de treinamento e implantação 
do JumpStart modelo.

SchemaVersion: '1.0'
SageMaker: 
  TrainingJob: 
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    OutputDataConfig: 
      KmsKeyId: example-key-id
    ResourceConfig: 
      # Training configuration - Volume encryption key 
      VolumeKmsKeyId: example-key-id
    # Training configuration form - IAM role 
    RoleArn: arn:aws:iam::123456789012:role/SageMakerExecutionRole 
    VpcConfig: 
      # Training configuration - Security groups 
      SecurityGroupIds: 
      - sg-1
      - sg-2
      # Training configuration - Subnets 
      Subnets: 
      - subnet-1
      - subnet-2
    # Training configuration - Custom resource tags 
    Tags: 
    - Key: Example-key
      Value: Example-value
  Model: 
    EnableNetworkIsolation: true
    # Deployment configuration - IAM role 
    ExecutionRoleArn: arn:aws:iam::123456789012:role/SageMakerExecutionRole 
    VpcConfig: 
      # Deployment configuration - Security groups 
      SecurityGroupIds: 
      - sg-1
      - sg-2
      # Deployment configuration - Subnets 
      Subnets: 
      - subnet-1
      - subnet-2
  EndpointConfig: 
    AsyncInferenceConfig: 
      OutputConfig: 
        KmsKeyId: example-key-id
    DataCaptureConfig: 
      # Deployment configuration - Volume encryption key 
      KmsKeyId: example-key-id
    KmsKeyId: example-key-id
    # Deployment configuration - Custom resource tags 
    Tags: 
    - Key: Example-key
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      Value: Example-value       

Ajuste um modelo

O ajuste fino treina um modelo pré-treinado em um novo conjunto de dados sem precisar ser 
treinado do zero. Esse processo, também conhecido como aprendizado por transferência, pode 
produzir modelos precisos com conjuntos de dados menores e menos tempo de treinamento. Você 
pode ajustar um modelo se seu cartão mostrar um atributo ajustável definido como Sim.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Note

Para obter mais informações sobre o ajuste fino do JumpStart modelo no Studio, consulte
Ajuste os modelos de base no Studio
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Fonte de dados de ajuste fino

Ao ajustar um modelo, você pode usar o conjunto de dados padrão ou escolher seus próprios dados, 
que estão localizados em um bucket do Amazon S3.

Para pesquisar os buckets disponíveis para você, escolha Encontre o bucket S3. Esses 
compartimentos são limitados pelas permissões usadas para configurar sua conta do Studio Classic. 
Você também pode especificar um URI do Amazon S3 escolhendo Inserir localização do bucket do 
Amazon S3.

Tip

Para descobrir como formatar os dados em seu bucket, escolha Saiba mais. A seção de 
descrição do modelo tem informações detalhadas sobre entradas e saídas. 

Para modelos de texto:

• O bucket deve ter um arquivo data.csv.
• A primeira coluna deve ser um inteiro exclusivo para o rótulo da classe. Por exemplo: 1, 2, 3, 4, n
• A segunda coluna deve conter uma string.
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• A segunda coluna deve ter o texto correspondente que corresponda ao tipo e ao idioma do 
modelo. 

Para modelos de visão:

• O bucket deve ter tantos subdiretórios quanto o número de classes.
• Cada subdiretório deve conter imagens que pertençam a essa classe no formato.jpg.

Note

O bucket do Amazon S3 deve estar no mesmo Região da AWS local em que você está 
executando o SageMaker Studio Classic porque SageMaker não permite solicitações entre 
regiões.

Ajuste fino da configuração de implantação

A família p3 é recomendada como a mais rápida para treinamento em aprendizado profundo, e isso é 
recomendado para ajustar um modelo. O gráfico a seguir mostra o número de GPUs em cada tipo de 
instância. Há outras opções disponíveis que você pode escolher, incluindo os tipos de instância p2 e 
g4.

Tipo de instância GPUs

p3.2xlarge 1

p3.8xlarge 4

p3.16xlarge 8

p3dn.24xlarge 8

Hiperparâmetros

Você pode personalizar os hiperparâmetros do trabalho de treinamento que são usados para ajustar 
o modelo. Os hiperparâmetros disponíveis para cada modelo ajustável diferem dependendo do 
modelo. Para obter informações sobre cada hiperparâmetro disponível, consulte a documentação 

Modelos específicos de tarefas 335



Amazon SageMaker Guia do Desenvolvedor

de hiperparâmetros do modelo de sua escolha Use algoritmos SageMaker integrados da Amazon 
ou modelos pré-treinados. Por exemplo, consulte Classificação de imagens - TensorFlow 
Hiperparâmetros para obter detalhes sobre a classificação de imagens ajustável - hiperparâmetros. 
TensorFlow

Se você usar o conjunto de dados padrão para modelos de texto sem alterar os hiperparâmetros, 
obterá um modelo quase idêntico como resultado. Para modelos de visão, o conjunto de dados 
padrão é diferente do conjunto de dados usado para treinar os modelos pré-treinados, portanto, seu 
modelo é diferente como resultado.

Os seguintes hiperparâmetros são comuns entre os modelos:

• Épocas – Uma época é um ciclo em todo o conjunto de dados. Vários intervalos completam um 
lote, e vários lotes eventualmente completam uma época. Várias épocas são executadas até que 
a precisão do modelo atinja um nível aceitável ou quando a taxa de erro caia abaixo de um nível 
aceitável.

• Taxa de aprendizado – A quantidade em que os valores devem ser alterados entre as épocas. 
À medida que o modelo é refinado, seus pesos internos são ajustados e as taxas de erro são 
verificadas para ver se o modelo melhora. Uma taxa de aprendizado típica é 0,1 ou 0,01, em 
que 0,01 é um ajuste muito menor e pode fazer com que o treinamento leve muito tempo para 
convergir, enquanto 0,1 é muito maior e pode fazer com que o treinamento ultrapasse. É um dos 
principais hiperparâmetros que você pode ajustar para treinar seu modelo. Observe que, para 
modelos de texto, uma taxa de aprendizado muito menor (5e-5 para BERT) pode resultar em um 
modelo mais preciso.

• Tamanho do lote – O número de registros do conjunto de dados que devem ser selecionados para 
cada intervalo a serem enviados às GPUs para treinamento.

Em um exemplo de imagem, você pode enviar 32 imagens por GPU, então 32 seria o tamanho do 
seu lote. Se você escolher um tipo de instância com mais de uma GPU, o lote será dividido pelo 
número de GPUs. O tamanho do lote sugerido varia de acordo com os dados e o modelo que você 
está usando. Por exemplo, a forma como você otimiza os dados de imagem difere da forma como 
você lida com os dados de idioma.

No gráfico do tipo de instância na seção de configuração de implantação, você pode ver o número 
de GPUs por tipo de instância. Comece com um tamanho de lote padrão recomendado (por 
exemplo, 32 para um modelo de visão). Em seguida, multiplique isso pelo número de GPUs no 
tipo de instância que você selecionou. Por exemplo, se você estiver usando um p3.8xlarge, isso 
seria 32 (tamanho do lote) multiplicado por 4 (GPUs), totalizando 128, conforme o tamanho do lote 
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se ajusta ao número de GPUs. Para um modelo de texto como o BERT, tente começar com um 
tamanho de lote de 64 e depois reduzir conforme necessário.

Resultado de treinamento

Quando o processo de ajuste fino é concluído, JumpStart fornece informações sobre o modelo: 
modelo principal, nome do trabalho de treinamento, ARN do trabalho de treinamento, tempo de 
treinamento e caminho de saída. O caminho de saída é onde você pode encontrar o novo modelo 
em um bucket do Amazon S3. A estrutura de pastas usa o nome do modelo que você forneceu e o 
arquivo do modelo está em uma subpasta /output e é sempre nomeado model.tar.gz. 

Exemplo: s3://bucket/model-name/output/model.tar.gz

Configurar valores padrão para treinamento de modelos

Você pode configurar valores padrão para parâmetros como funções do IAM, VPCs e chaves KMS 
a serem pré-preenchidos para implantação e treinamento do JumpStart modelo. Para obter mais 
informações, consulte Configurar valores padrão para JumpStart modelos.

Compartilhe modelos

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode compartilhar JumpStart modelos por meio da interface do usuário do Studio Classic 
diretamente da página de  JumpStart ativos lançados usando o procedimento a seguir:

1. Abra o Amazon SageMaker Studio Classic e escolha  JumpStart Ativos lançados na
JumpStartseção do painel de navegação esquerdo.

2. Selecione a guia Trabalhos de treinamento para ver a lista de seus modelos de trabalhos de 
treinamento.
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3. Na lista de trabalhos de treinamento, selecione o trabalho de treinamento que você deseja 
compartilhar. Isso abre a página de detalhes do trabalho de treinamento. Não compartilhar mais 
de um trabalho de treinamento por vez.

4. No cabeçalho do trabalho de treinamento, escolha Compartilhar e selecione Compartilhar no 
Canvas ou Compartilhar com minha organização.

Para obter mais informações sobre como compartilhar um modelo com um usuário do SageMaker 
Canvas, consulte Traga seu próprio modelo para o Canvas.

Note

Somente modelos tabulares podem ser compartilhados com o SageMaker Canvas. Tentar 
compartilhar um modelo não tabular com o SageMaker Canvas gera o erro Unsupported 
Data Type.

Para obter mais informações sobre como compartilhar modelos com sua organização, consulte
Modelos e notebooks compartilhados.

Modelos e notebooks compartilhados

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Compartilhe seus modelos e blocos de anotações para centralizar artefatos de modelos, facilitar 
a descoberta e aumentar a reutilização de modelos em sua organização. Quando compartilhar 
seus modelos, você pode fornecer informações sobre o ambiente de treinamento e inferência e 
permitir que os colaboradores usem esses ambientes nos seus próprios trabalhos de treinamento e 
inferência.

Todos os modelos que você compartilha e os modelos que são compartilhados com você podem 
ser pesquisados em um local centralizado diretamente no Amazon SageMaker Studio Classic. Para 
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obter informações sobre as etapas de integração para fazer login no Amazon SageMaker Studio 
Classic, consulte Onboard to Amazon SageMaker Domain.

Modelos e blocos de anotações compartilhados

Para acessar seu conteúdo compartilhado, escolha Modelos compartilhados no painel de navegação 
esquerdo da interface do usuário do Amazon SageMaker Studio Classic.

Adicionar conteúdo compartilhado

Você pode compartilhar modelos ou cadernos por meio da seção Modelos compartilhados da 
interface do Studio Classic. Para obter detalhes sobre cada etapa, consulte Compartilhe modelos e 
notebooks por meio da interface do Studio Classic.

Filtrar conteúdo compartilhado

Há três opções principais para filtrar modelos e blocos de anotações compartilhados:

1. Compartilhado por mim — Modelos e cadernos que você compartilhou com um deles JumpStart 
ou com o SageMaker Canvas.

2. Compartilhado comigo — Modelos e blocos de anotações compartilhados com você

3. Compartilhado pela minha organização — Todos os modelos e blocos de anotações 
compartilhados com qualquer pessoa em sua organização

Você também pode classificar seus modelos e blocos de anotações 
com base na hora em que foram atualizados pela última vez ou por 
ordem alfabética crescente ou decrescente. Escolha o ícone de filtro 

( ) 
para ordenar ainda melhor suas seleções.

Compartilhe modelos tabulares com usuários do SageMaker Canvas

Além de compartilhar modelos com sua organização, você também pode compartilhar modelos com 
colaboradores que usam o SageMaker Canvas. Se você compartilha modelos com o SageMaker 
Canvas, seus colaboradores podem importar esses modelos para o SageMaker Canvas e usá-los 
para gerar previsões.

Modelos e notebooks compartilhados 339

https://docs.aws.amazon.com/sagemaker/latest/dg/gs-studio-onboard.html


Amazon SageMaker Guia do Desenvolvedor

Important

Importante: Você só pode compartilhar modelos tabulares com o SageMaker Canvas.

Você pode filtrar modelos e cadernos compartilhados de e para o SageMaker Canvas selecionando 
o ícone de filtro 

( ) 
nas guias Compartilhado por mim ou Compartilhado comigo. Para obter mais informações sobre 
como compartilhar um modelo no SageMaker Canvas, consulte Traga seu próprio modelo para o 
Canvas.

Compartilhe modelos e notebooks por meio da interface do Studio Classic

Para compartilhar modelos e cadernos, navegue até a seção Modelos compartilhados no Amazon 
SageMaker Studio Classic, escolha Compartilhado pela minha organização e selecione a 
lista suspensa Adicionar. Escolha adicionar um modelo ou adicionar um blocos de anotações.
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Adicionar um modelo

Para adicionar um modelo, escolha Compartilhado pela minha organização e em seguida selecione
Adicionar modelo na lista suspensa Adicionar. Insira as informações básicas do seu modelo e 
adicione qualquer informação de treinamento ou inferência que você queira compartilhar com 
os colaboradores para treinar ou implantar seu modelo. Depois de inserir todas as informações 
necessárias, escolha Adicionar modelo no canto inferior direito.

Informações básicas

Primeiro, adicione as informações descritivas básicas sobre seu modelo. Essas informações são 
usadas para melhorar a capacidade de pesquisa do seu modelo.

1. Adicione um título para esse modelo. Adicionar um título preenche automaticamente um 
identificador exclusivo no campo ID com base no título do modelo.

2. Adicione uma descrição do modelo.

3. Selecione um tipo de dados entre as opções: texto, visão, tabular ou áudio.

4. Selecione uma tarefa de machine learning na lista de tarefas disponíveis, como classificação de 
imagens ou geração de texto.

5. Selecione uma estrutura de machine learning.

6. Adicione informações de metadados com palavras-chave ou frases para usar ao pesquisar um 
modelo. Use vírgulas para separar as palavras-chave. Todos os espaços são automaticamente 
substituídos por vírgulas.

Habilitar treinamento

Quando adicionar um modelo para compartilhar, você pode, opcionalmente, fornecer um ambiente 
de treinamento e permitir que os colaboradores da sua organização treinem o modelo compartilhado.

Note

Se você estiver adicionando um modelo tabular, também precisará especificar um formato 
de coluna e uma coluna de destino para permitir o treinamento. Para obter mais informações, 
consulte Amazon SageMaker Canvas no Amazon SageMaker Developer Guide.
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1. Adicione um contêiner para usar no treinamento de modelos. Você pode selecionar um contêiner 
usado para um trabalho de treinamento existente, trazer seu próprio contêiner no Amazon ECR ou 
usar um contêiner do Amazon SageMaker Deep Learning.

2. Adicionar variáveis de ambiente

3. Forneça um local para o script de treinamento.

4. Forneça um ponto de entrada no modo script.

5. Forneça um URI do Amazon S3 para artefatos de modelo gerados durante o treinamento.

6. Forneça o URI do Amazon S3 para o conjunto de dados de treinamento padrão.

7. Forneça um caminho de saída do modelo. O caminho de saída do modelo deve ser o caminho 
URI do Amazon S3 para qualquer artefato de modelo gerado a partir do treinamento. SageMaker 
salva os artefatos do modelo como um único arquivo TAR compactado no Amazon S3.

8. Forneça um conjunto de dados de validação para usar na avaliação do seu modelo durante o 
treinamento. Os conjuntos de dados de validação devem conter o mesmo número de colunas e os 
mesmos cabeçalhos de atributos do conjunto de dados de treinamento.

9. Ative o isolamento da rede. O isolamento de rede isola o contêiner do modelo para que nenhuma 
chamada de rede de entrada ou saída possa ser feita de ou para o contêiner do modelo.

10.Forneça canais de treinamento por meio dos quais SageMaker possa acessar seus dados. Por 
exemplo, você pode especificar canais de entrada chamados train ou test. Para cada canal, 
especifique um nome de canal e um URI para a localização dos seus dados. Escolha Navegar
para pesquisar locais do Amazon S3.

11.Forneça hiperparâmetros. Adicione todos os hiperparâmetros que os colaboradores devem 
experimentar durante o treinamento. Forneça uma faixa de valores válidos para esses 
hiperparâmetros. Esse intervalo é usado para a validação de hiperparâmetros do trabalho de 
treinamento. Você pode definir intervalos com base no tipo de dados do hiperparâmetro.

12.Selecione um tipo de instância. Recomendamos o uso de uma instância de GPU com mais 
memória para treinamento com grandes tamanhos de lote. Para obter uma lista abrangente de 
instâncias de SageMaker treinamento em todas AWS as regiões, consulte a tabela de preços sob 
demanda no Amazon SageMaker Pricing.

13.Forneça métricas. Defina métricas para um trabalho de treinamento especificando um nome e 
uma expressão regular para cada métrica que o seu treinamento monitora. Crie as expressões 
regulares para capturar os valores das métricas emitidas por seu algoritmo. Por exemplo, a 
métrica loss pode ter a expressão regular "Loss =(.*?);".

Modelos e notebooks compartilhados 342

https://aws.amazon.com/sagemaker/pricing/


Amazon SageMaker Guia do Desenvolvedor

Habilitar a implantação

Quando adicionar um modelo para compartilhar, você pode, opcionalmente, fornecer um ambiente 
de inferência no qual os colaboradores da sua organização podem implantar o modelo para 
inferência.

1. Adicione um contêiner a usar para inferência. Você pode trazer seu próprio contêiner no Amazon 
ECR ou usar um contêiner do Amazon SageMaker Deep Learning.

2. Forneça o URI do Amazon S3 para um script de inferência. Os scripts de inferência 
personalizados são executados dentro do contêiner escolhido. Seu script de inferência deve incluir 
uma função para carregamento do modelo e, opcionalmente, funções de geração de previsões 
e processamento de entrada e saída. Para obter mais informações sobre a criação de scripts de 
inferência para a estrutura de sua escolha, consulte Frameworks na documentação do SDK para 
SageMaker Python. Por exemplo, para TensorFlow, consulte Como implementar o (s) manipulador 
(es) de pré e/ou pós-processamento.

3. Forneça um URI do Amazon S3 para artefatos de modelos. Os artefatos do modelo são a saída 
resultante do treinamento de um modelo e geralmente consistem em parâmetros treinados, 
uma definição de modelo que descreve como calcular inferências e outros metadados. Se você 
treinou seu modelo SageMaker, os artefatos do modelo são salvos como um único arquivo TAR 
compactado no Amazon S3. Se você treinou seu modelo externamente SageMaker, precisará 
criar esse único arquivo TAR compactado e salvá-lo em um local do Amazon S3.

4. Selecione um tipo de instância. Recomendamos o uso de uma instância de GPU com mais 
memória para treinamento com grandes tamanhos de lote. Para obter uma lista abrangente de 
instâncias de SageMaker treinamento em todas AWS as regiões, consulte a tabela de preços sob 
demanda no Amazon SageMaker Pricing.

Adicionar um bloco de anotações

Para adicionar um bloco de anotações, escolha Compartilhado pela minha organização e em 
seguida selecione Adicionar bloco de anotações na lista suspensa Adicionar. Insira as informações 
básicas do seu bloco de anotações e forneça um URI do Amazon S3 para a localização desse bloco 
de anotações.

Informações básicas

Primeiro, adicione as informações descritivas básicas sobre o seu bloco de anotações. Essas 
informações são usadas para melhorar a capacidade de pesquisa do seu bloco de anotações.
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1. Adicione um título para este bloco de anotações. Adicionar um título preenche automaticamente 
um identificador exclusivo no campo ID com base no título do bloco de anotações.

2. Adicione uma descrição bloco de anotações.

3. Selecione um tipo de dados entre as opções: texto, visão, tabular ou áudio.

4. Selecione uma tarefa de machine learning na lista de tarefas disponíveis, como classificação de 
imagens ou geração de texto.

5. Selecione uma estrutura de ML.

6. Adicione informações de metadados com palavras-chave ou frases para usar ao pesquisar 
um bloco de anotações. Use vírgulas para separar as palavras-chave. Todos os espaços são 
automaticamente substituídos por vírgulas.

Adicionar um bloco de anotações

Forneça um URI do Amazon S3 para a localização do bloco de anotações. Você pode escolher
Navegar para pesquisar em seus buckets do Amazon S3 a localização do arquivo do seu bloco 
de anotações. Depois de encontrar seu bloco de anotações, copie o URI do Amazon S3, escolha
Cancelar e, em seguida, adicione o URI do Amazon S3 ao campo Localização do bloco de 
anotações.

Depois de inserir todas as informações necessárias, escolha Adicionar bloco de anotações no canto 
inferior direito.

SageMaker JumpStart Indústria da Amazon: Financeira

Use SageMaker JumpStart Indústria: soluções financeiras, modelos e notebooks de exemplo para 
aprender sobre SageMaker recursos e capacidades por meio de soluções selecionadas de uma 
etapa e exemplos de notebooks de problemas de aprendizado de máquina (ML) com foco no setor. 
Os notebooks também explicam como usar o SDK SageMaker JumpStart Industry Python para 
aprimorar os dados de texto do setor e ajustar modelos pré-treinados.

Tópicos

• SDK para Python SageMaker JumpStart da Amazon Industry

• Amazon SageMaker JumpStart Industry: Solução financeira

• SageMaker JumpStart Indústria da Amazon: modelos financeiros

• SageMaker JumpStart Indústria da Amazon: exemplos financeiros de notebooks
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• SageMaker JumpStart Indústria da Amazon: publicações em blogs financeiros

• SageMaker JumpStart Indústria da Amazon: pesquisa relacionada a finanças

• SageMaker JumpStart Indústria da Amazon: recursos financeiros adicionais

SDK para Python SageMaker JumpStart da Amazon Industry

SageMaker JumpStart O Runtime fornece ferramentas de processamento para organizar conjuntos 
de dados do setor e ajustar modelos pré-treinados por meio de sua biblioteca cliente chamada 
Industry Python SDK. SageMaker JumpStart Para obter a documentação detalhada da API do SDK 
e saber mais sobre como processar e aprimorar conjuntos de dados de texto do setor para melhorar 
o desempenho dos state-of-the-art modelos no SageMaker JumpStart, consulte a documentação de 
código aberto do SDK Industry SageMaker JumpStartPython.

Amazon SageMaker JumpStart Industry: Solução financeira

SageMaker JumpStart Industry: Financial fornece os seguintes notebooks de solução:

• Previsão de classificação de crédito corporativo

Esta solução SageMaker JumpStart Industry: Financial fornece um modelo para um modelo de 
classificação de crédito corporativo aprimorado por texto. Ela mostra como usar um modelo baseado 
em recursos numéricos (neste caso, os famosos 5 índices financeiros de Altman) combinado com 
textos de registros da SEC para obter uma melhoria na previsão das avaliações de crédito. Além dos 
5 índices de Altman, você pode adicionar outras variáveis conforme necessário ou definir variáveis 
personalizadas. Este caderno de soluções mostra como o SDK SageMaker JumpStart Industry 
Python ajuda a processar a pontuação de NLP (Processamento de Linguagem Natural) de textos 
de arquivos da SEC. Além disso, a solução demonstra como treinar um modelo usando o conjunto 
de dados aprimorado para obter um best-in-class modelo, implantar o modelo em um SageMaker 
endpoint para produção e receber previsões aprimoradas em tempo real.

• Pontuação de crédito baseada em gráficos

As avaliações de crédito são tradicionalmente geradas usando modelos que usam dados 
de demonstrações financeiras e dados de mercado, que são apenas tabulares (numéricos e 
categóricos). Esta solução constrói uma rede de empresas usando registros da SEC e mostra 
como usar a rede de relacionamentos da empresa com dados tabulares para gerar previsões de 
classificação precisas. Esta solução demonstra uma metodologia para usar dados em vínculos da 
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empresa para estender os modelos de pontuação de crédito tradicionalmente baseados em tabelas, 
usados pelo setor de avaliação por décadas, à classe de modelos de machine learning em redes.

Note

Os cadernos de solução servem apenas para fins de demonstração. Eles não devem ser 
considerados como conselhos financeiros ou de investimento.

Você pode encontrar essas soluções de serviços financeiros na SageMaker JumpStart página do 
Studio Classic.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Note

O SageMaker JumpStart setor: soluções financeiras, modelos de cartões e notebooks de 
exemplo são hospedados e podem ser executados somente por meio SageMaker do Studio 
Classic. Faça login no SageMaker console e inicie o SageMaker Studio Classic. Para obter 
mais informações sobre como encontrar o cartão de solução, consulte o tópico anterior em
SageMaker JumpStart.

SageMaker JumpStart Indústria da Amazon: modelos financeiros

SageMaker JumpStart Industry: Financial fornece os seguintes modelos pré-treinados de abordagem 
BERT Robustly Optimized (RobERTA):

• Incorporação de texto financeiro (Roberta-sec-Base)

• RoBERTa-SEC-WIKI-Base

• RoBERTa-SEC-Large

SageMaker JumpStart Setor: Financeiro 346

https://console.aws.amazon.com/sagemaker
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-jumpstart.html
https://arxiv.org/pdf/1907.11692.pdf
https://arxiv.org/pdf/1907.11692.pdf


Amazon SageMaker Guia do Desenvolvedor

• RoBERTa-SEC-WIKI-Large

Os modelos RoBERTa-SEC-Base e RoBERTa-SEC-Large são os modelos de incorporação de 
texto baseados no modelo RoberTA da GluonNLP e pré-treinados nos relatórios S&P 500 SEC 10-
K/10-Q da década de 2010 (de 2010 a 2019). Além disso, SageMaker JumpStart Industry: Financial 
fornece mais duas variações RobertA, Roberta-sec-Wiki-Base e Roberta-sec-Wiki-Large, que são 
pré-treinadas nos arquivos da SEC e nos textos comuns da Wikipédia.

Você pode encontrar esses modelos SageMaker JumpStart navegando até o nó Modelos de texto, 
escolhendo Explorar todos os modelos de texto e, em seguida, filtrando a incorporação de texto da 
tarefa de ML. Você pode acessar qualquer caderno correspondente após selecionar o modelo de 
sua escolha. Os notebooks emparelhados explicarão como os modelos pré-treinados podem ser 
ajustados para tarefas de classificação específicas em conjuntos de dados multimodais, que são 
aprimorados pelo SDK Industry Python. SageMaker JumpStart

Note

Os cadernos de modelo servem apenas para fins de demonstração. Eles não devem ser 
considerados como conselhos financeiros ou de investimento.

A captura de tela a seguir mostra as placas de modelo pré-treinadas fornecidas na SageMaker 
JumpStart página do Studio Classic.
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Note

O SageMaker JumpStart setor: soluções financeiras, modelos de cartões e notebooks de 
exemplo são hospedados e podem ser executados somente por meio SageMaker do Studio 
Classic. Faça login no SageMaker console e inicie o SageMaker Studio Classic. Para obter 
mais informações sobre como encontrar os cartões modelo, consulte o tópico anterior em
SageMaker JumpStart.

SageMaker JumpStart Indústria da Amazon: exemplos financeiros de notebooks

SageMaker JumpStart Industry: Financial fornece os seguintes exemplos de notebooks para 
demonstrar soluções para problemas de ML focados no setor:

• Construção de TabText dados financeiros — Este exemplo apresenta como usar o SDK 
SageMaker JumpStart Industry Python para processar os registros da SEC, como resumo de 
texto e pontuação de textos com base nos tipos de pontuação de PNL e suas listas de palavras 
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correspondentes. Para visualizar o conteúdo deste caderno, consulte Construção simples de um 
conjunto de dados multimodal a partir de registros da SEC e pontuações de PNL.

• ML multimodal em TabText dados — Este exemplo mostra como mesclar diferentes tipos de 
conjuntos de dados em um único dataframe chamado e executar ML multimodal. TabText Para 
visualizar o conteúdo desse notebook, consulte Machine Learning on a TabText Dataframe — Um 
exemplo baseado no programa de proteção do salário.

• ML de várias categorias em dados de arquivamentos da SEC — Este exemplo mostra como treinar 
um modelo de AutoGluon PNL nos conjuntos de dados multimodais (TabText) selecionados a 
partir de registros da SEC para uma tarefa de classificação multiclasse. Classifique os registros da 
SEC 10K/Q de acordo com os códigos do setor baseados na coluna de texto MDNA.

Note

Os cadernos de exemplos servem apenas para fins de demonstração. Eles não devem ser 
considerados como conselhos financeiros ou de investimento.

Note

O SageMaker JumpStart setor: soluções financeiras, modelos de cartões e notebooks de 
exemplo são hospedados e podem ser executados somente por meio SageMaker do Studio 
Classic. Faça login no SageMaker console e inicie o SageMaker Studio Classic. Para obter 
mais informações sobre como encontrar os exemplos de cadernos, consulte o tópico anterior 
em SageMaker JumpStart.

Para visualizar o conteúdo dos cadernos de exemplo, consulte Tutoriais — Documentação do SDK
SageMaker JumpStart Python Finance in the Industry.

SageMaker JumpStart Indústria da Amazon: publicações em blogs financeiros

Para aplicações completas do uso da SageMaker JumpStart Indústria: soluções financeiras, 
modelos, exemplos e o SDK, consulte as seguintes postagens no blog:

• Use modelos de linguagem financeira pré-treinados para transferência de aprendizado na Amazon 
SageMaker JumpStart
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• Use o texto da SEC para classificação de classificações usando ML multimodal na Amazon 
SageMaker JumpStart

• Crie um painel com texto da SEC para PNL financeira na Amazon SageMaker JumpStart

• Crie um classificador de classificação de crédito corporativo usando aprendizado de máquina 
gráfico na Amazon SageMaker JumpStart

• Adaptação de domínio: ajuste fino de modelos de fundação na Amazon em dados financeiros 
SageMaker JumpStart

SageMaker JumpStart Indústria da Amazon: pesquisa relacionada a finanças

Para pesquisas relacionadas à SageMaker JumpStart Indústria: Soluções financeiras, consulte os 
seguintes artigos:

• Contexto, modelos de linguagem e dados multimodais em finanças

• Machine Learning multimodal para modelos de crédito

• A falta de interpretabilidade robusta dos classificadores neurais de texto

• FinLex: Um uso eficaz de incorporações de palavras para geração de léxico financeiro

SageMaker JumpStart Indústria da Amazon: recursos financeiros adicionais

Para tutoriais e documentação adicionais, consulte os recursos a seguir:

• O SageMaker JumpStart setor: SDK financeiro para Python

• SageMaker JumpStart Setor: Tutoriais do SDK financeiro para Python

• A SageMaker JumpStart indústria: GitHub repositório financeiro

• Comece a usar a Amazon SageMaker - Tutoriais de Machine Learning
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Use ambientes de aprendizado de máquina oferecidos pela 
SageMaker

A Amazon SageMaker oferece suporte aos seguintes ambientes de aprendizado de máquina.

• Amazon SageMaker Studio: a mais recente experiência baseada na web para executar fluxos de 
trabalho de ML com um conjunto de IDEs. O Studio oferece suporte aos seguintes aplicativos.

• Amazon SageMaker Studio Clássico

• Editor de código, baseado em Code-OSS, Visual Studio Code - Código aberto

• JupyterLab

• Amazon SageMaker Canvas

• RStudio

• Amazon SageMaker Studio Classic: permite criar, treinar, depurar, implantar e monitorar seus 
modelos de aprendizado de máquina.

• Instâncias do Amazon SageMaker Notebook: permite que você prepare e processe dados, além de 
treinar e implantar modelos de aprendizado de máquina a partir de uma instância computacional 
executando o aplicativo Jupyter Notebook.

• Amazon SageMaker Studio Lab: O Studio Lab é um serviço gratuito que dá acesso a recursos 
AWS computacionais em um ambiente baseado em código aberto JupyterLab, sem a necessidade 
de uma AWS conta.

• Amazon SageMaker Canvas: oferece a capacidade de usar o aprendizado de máquina para gerar 
previsões sem precisar codificar.

• Amazon SageMaker geospatial: oferece a capacidade de criar, treinar e implantar modelos 
geoespaciais.

• RStudio na Amazon SageMaker: O RStudio é um IDE para R, com um console, editor de destaque 
de sintaxe que suporta execução direta de código e ferramentas para plotagem, histórico, 
depuração e gerenciamento de espaço de trabalho.

• SageMaker HyperPod: SageMaker HyperPod permite provisionar clusters resilientes para executar 
cargas de trabalho de aprendizado de máquina (ML) e desenvolver state-of-the-art modelos como 
modelos de linguagem grande (LLMs), modelos de difusão e modelos básicos (FMs).
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Para usar esses ambientes de aprendizado de máquina, exceto Studio Lab, SageMaker Notebook 
Instances e SageMaker HyperPod, você ou o administrador da sua organização devem criar um 
SageMaker domínio da Amazon. O Studio Lab tem um processo de integração separado.

Tópicos

• SageMaker Estúdio Amazon

• Amazon SageMaker Studio Clássico

• SageMaker JupyterLab

• Instâncias do Amazon SageMaker Notebook

• Laboratório Amazon SageMaker Studio

• Amazon SageMaker Canvas

• Capacidades SageMaker geoespaciais da Amazon

• RStudio no Amazon SageMaker

• Comece a usar o Editor de código no Amazon SageMaker Studio

• SageMaker HyperPod

• Use IA generativa em ambientes de SageMaker notebook

SageMaker Estúdio Amazon

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

O Amazon SageMaker Studio é a mais recente experiência baseada na web para executar fluxos de 
trabalho de ML. O Studio oferece um conjunto de ambientes de desenvolvimento integrados (IDEs). 
Isso inclui o Code Editor, baseado em Code-OSS, Visual Studio Code - Open Source, um novo 
JupyterLab aplicativo, RStudio e Amazon Studio Classic. SageMaker Para ter mais informações, 
consulte Aplicativos compatíveis com o Amazon SageMaker Studio.

A nova interface de usuário baseada na web no Studio é mais rápida e fornece acesso a todos os 
SageMaker recursos, incluindo tarefas e endpoints, em uma única interface. Os profissionais de ML 

Estúdio 352



Amazon SageMaker Guia do Desenvolvedor

também podem escolher seu IDE preferido para acelerar o desenvolvimento de ML. Um cientista 
de dados pode usar JupyterLab para explorar dados e ajustar modelos. Além disso, um engenheiro 
de operações de aprendizado de máquina (MLOps) pode usar o Code Editor com a ferramenta de 
pipelines no Studio para implantar e monitorar modelos em produção.

A experiência anterior do Studio ainda está sendo suportada como Amazon SageMaker Studio 
Classic. O Studio Classic é a experiência padrão para clientes existentes e está disponível como 
um aplicativo no Studio. Para obter mais informações sobre o Studio Classic, consulteAmazon 
SageMaker Studio Clássico. Para obter informações sobre como migrar do Studio Classic para o 
Studio, consulteMigração do Amazon SageMaker Studio Classic.

O Studio oferece os seguintes benefícios:

• Um novo JupyterLab aplicativo que tem um tempo de inicialização mais rápido e é mais confiável 
do que o aplicativo Studio Classic existente. Para ter mais informações, consulte SageMaker 
JupyterLab.

• Um conjunto de IDEs que se abre em uma guia separada, incluindo o novo editor de código, 
baseado no Code-OSS, Visual Studio Code - aplicativo de código aberto. Os usuários podem 
interagir com IDEs compatíveis em uma experiência de tela cheia. Para ter mais informações, 
consulte Aplicativos compatíveis com o Amazon SageMaker Studio.

• Acesso a todos os seus SageMaker recursos em um só lugar. O Studio exibe instâncias em 
execução em todos os seus aplicativos. 

• Acesso a todos os trabalhos de treinamento em uma única visualização, independentemente de 
terem sido agendados a partir de notebooks ou iniciados pela Amazon SageMaker JumpStart.

• Fluxos de trabalho simplificados de implantação de modelos e gerenciamento e monitoramento de 
endpoints diretamente do Studio. Você não precisa acessar o SageMaker console.

• Criação automática de todos os aplicativos configurados quando você se integra a um domínio. 
Para obter informações sobre a integração em um domínio, consulteVisão geral SageMaker do 
Amazon Domain.

• Uma SageMaker JumpStart experiência aprimorada na qual você pode descobrir, importar, 
registrar, ajustar e implantar um modelo básico. Para ter mais informações, consulte SageMaker 
JumpStart.

Tópicos

• Migração do Amazon SageMaker Studio Classic

• Inicie o Amazon SageMaker Studio
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• Visão geral da interface do usuário do Amazon SageMaker Studio

• Aplicativos compatíveis com o Amazon SageMaker Studio

• Espaços do Amazon SageMaker Studio

• Execute tarefas comuns

• Suporte ao modo local no Amazon SageMaker Studio

• Visualize e interrompa a execução de instâncias

• Preços do Amazon SageMaker Studio

• Solução de problemas

Migração do Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

SageMaker Atualmente, a Amazon oferece suporte a duas experiências padrão diferentes: a 
experiência Amazon SageMaker Studio e a experiência Amazon SageMaker Studio Classic. Para 
obter informações sobre os benefícios da experiência do Studio, consulte SageMaker Estúdio 
Amazon.

• Para clientes atuais, o Amazon SageMaker Studio Classic é a experiência padrão. Você pode 
migrar para o Amazon SageMaker Studio como a experiência padrão usando o. AWS Command 
Line Interface Para obter mais informações sobre o Studio Classic, consulteAmazon SageMaker 
Studio Clássico.

• Para novos clientes, o Studio é a experiência padrão.

Note

Se a experiência do Studio Classic estiver definida como padrão, você não terá acesso aos 
novos recursos do Studio. 
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A migração do Studio Classic para o Studio é gerenciada pelo administrador do domínio. Se você 
não tiver permissões para definir o Studio como a experiência padrão para seu domínio, entre em 
contato com seu administrador.

A página a seguir descreve as principais etapas necessárias ao migrar do Studio Classic para o 
Studio, tornando o Studio a experiência padrão para seu domínio. Também mostra como reverter 
para a experiência do Studio Classic como padrão. 

Tópicos

• Pré-requisitos

• Defina o Studio como a experiência padrão

• Limite o acesso aos aplicativos padrão no Studio

• Atualize sua política de CORS para acessar os buckets do Amazon S3

• Migre fluxos de trabalho do Studio Classic para JupyterLab

• Volte para a experiência Studio Classic

Pré-requisitos

Os seguintes pré-requisitos são necessários para migrar do Amazon SageMaker Studio Classic para 
a experiência do SageMaker Amazon Studio usando AWS Command Line Interface o (). AWS CLI

• Atualize o AWS CLI seguindo as etapas em Instalar ou atualizar a versão mais recente do AWS 
CLI.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

Defina o Studio como a experiência padrão

Os administradores podem tornar o Studio a experiência padrão ao criar um domínio a partir do 
SageMaker console ou doAWS CLI. Para obter mais informações sobre como definir a experiência 
padrão ao criar um domínio, consulteVisão geral SageMaker do Amazon Domain. Quando você 
torna o Studio a experiência padrão para o domínio, o Studio é a experiência padrão para todos os 
usuários no domínio.
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Os administradores só podem alterar a experiência padrão ao atualizar um domínio usando o 
AWS CLI ouAWS CloudFormation. Para obter informações sobre o recurso de domínio suportado 
peloAWS CloudFormation, consulte AWS::SageMaker: :Domain.

Você pode definir o Studio como a experiência padrão ao criar ou atualizar um domínio a partir 
doAWS CLI. Para fazer isso, passe o StudioWebPortal valor para a chamada create-domain ou
update-domain como parte do parâmetro. default-user-settings 

StudioWebPortalindica se a nova experiência do Studio está disponível para os usuários. Se
StudioWebPortal estiver definido comoDISABLED, os usuários não poderão acessar o Studio no 
domínio. Eles só poderão usar o Studio Classic.

O exemplo de código a seguir mostra como usar o StudioWebPortal valor:

aws sagemaker update-domain \
--domain-id domain-id \
--region region \
--default-user-settings '
{ 
    "StudioWebPortal": "ENABLED", 
    "DefaultLandingUri": "studio::"
}
'

Note

O lançamento do Studio inclui atualizações nas políticas AWS gerenciadas. Para ter mais 
informações, consulte SageMaker Atualizações nas políticas AWS gerenciadas.

Limite o acesso aos aplicativos padrão no Studio

Como o Studio mostra um conjunto expandido de aplicativos, os usuários podem ter acesso a 
aplicativos que não foram exibidos antes. Os administradores podem limitar o acesso a esses 
aplicativos padrão criando uma política AWS Identity and Access Management (IAM) que nega o 
acesso a eles. Em seguida, a política deve ser anexada à função de execução do domínio ou perfil 
do usuário, conforme mostrado no procedimento a seguir.

1. Crie uma política com o conteúdo a seguir seguindo as etapas em Criação de políticas do IAM:
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{   
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AllowSageMakerCreateAppOperations", 
      "Effect": "Allow", 
      "Action": "sagemaker:CreateApp", 
      "Resource": "*" 
    }, 
    { 
      "Sid": "DenySageMakerCreateApp", 
      "Effect": "Deny", 
      "Action": "sagemaker:CreateApp", 
      "Resource": "arn:aws:sagemaker:region:555555555555:app/domain-id/user-
profile-name/app-type/*" 
    } 
  ]
}

2. Anexe a política à função de execução do domínio ou perfil de usuário ao qual você deseja 
negar acesso. Para obter instruções, siga as etapas em Adicionar permissões de identidade do 
IAM (console). 

Atualize sua política de CORS para acessar os buckets do Amazon S3

No Studio Classic, os usuários podem criar, listar e fazer upload de arquivos para buckets do 
Amazon Simple Storage Service (Amazon S3). Para oferecer suporte à mesma experiência no 
Studio, os administradores devem anexar uma configuração Cross-Origin Resource Sharing (CORS) 
ao bucket do Amazon S3. Isso é necessário porque o Studio faz chamadas para o Amazon S3 
a partir do navegador da Internet. O navegador invoca o CORS em nome dos usuários. Como 
resultado, todas as solicitações para os buckets do Amazon S3 falham, a menos que a política do 
CORS esteja vinculada ao Amazon S3. 

Isso só é necessário se já houver um bucket padrão do Amazon S3 existente que não tenha a 
política CORS correta anexada. Se um bucket padrão do Amazon S3 não existir, SageMaker cria um 
bucket do Amazon S3 com a política CORS correta anexada.

O procedimento a seguir mostra como adicionar uma configuração CORS a um bucket do Amazon 
S3.
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Para adicionar uma configuração CORS a um bucket do Amazon S3

1. Verifique se há um bucket do Amazon S3 na mesma região do seu domínio com o seguinte 
nome. Para obter instruções, consulte Visualização das propriedades de um bucket do Amazon 
S3.

sagemaker-region-accountId

2. Adicione uma configuração CORS com o conteúdo a seguir ao bucket padrão do Amazon S3. 
Para obter instruções, consulte Como configurar o compartilhamento de recursos de origem 
cruzada (CORS).

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "POST", 
            "PUT", 
            "GET", 
            "HEAD", 
            "DELETE" 
        ], 
        "AllowedOrigins": [ 
            "https://*.sagemaker.aws" 
        ], 
        "ExposeHeaders": [ 
            "ETag", 
            "x-amz-delete-marker", 
            "x-amz-id-2", 
            "x-amz-request-id", 
            "x-amz-server-side-encryption", 
            "x-amz-version-id" 
        ] 
    }
] 
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Migre fluxos de trabalho do Studio Classic para JupyterLab

A migração de seus fluxos de trabalho do aplicativo Studio Classic para o JupyterLab aplicativo 
envolve dois processos distintos:

1. Definindo o Studio como a experiência padrão.

2. Movendo dados e fluxos de trabalho do Studio Classic para o JupyterLab aplicativo.

O Studio Classic e o Studio usam dois tipos diferentes de volumes de armazenamento. O Studio 
Classic usa um único volume do Amazon Elastic File System (Amazon EFS) para todos os dados 
no aplicativo. No Studio, cada aplicativo tem seu próprio volume do Amazon Elastic Block Store 
(Amazon EBS).

SageMaker não transfere dados automaticamente entre esses dois tipos de volumes quando você 
atualiza a experiência padrão de um domínio existente. Como resultado, os dados armazenados em 
um volume do Amazon EBS ou do Amazon EFS permanecem nesse volume. Se um usuário com 
dados no Studio Classic acessar o Studio, quando a experiência padrão mudar, ele não verá esses 
dados no JupyterLab Amazon EBS.

Para obter mais informações sobre a migração de fluxos de trabalho do Studio Classic para 
JupyterLab, consulte. Migração do SageMaker Studio Classic para o SageMaker Studio

Volte para a experiência Studio Classic

Você pode reverter para o Studio Classic como a experiência padrão ao criar ou atualizar um 
domínio. Para fazer isso, passe DISABLED como valor StudioWebPortal para a chamada create-
domain ou update-domain como parte do parâmetro. default-user-settings 

StudioWebPortalindica se a nova experiência do Studio está disponível para os usuários. Se
StudioWebPortal estiver definido comoDISABLED, os usuários não poderão acessar o Studio no 
domínio. Eles só poderão usar o Studio Classic.

Inicie o Amazon SageMaker Studio

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
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experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

Os tópicos desta página demonstram como iniciar o Amazon SageMaker Studio a partir do 
SageMaker console da Amazon e do AWS Command Line Interface (AWS CLI).

Tópicos

• Pré-requisitos

• Inicie a partir do SageMaker console da Amazon

• Inicie usando o AWS CLI

Pré-requisitos

Antes de começar, conclua os pré-requisitos a seguir:

• Integre-se a um SageMaker domínio com acesso ao Studio. Se você não tiver permissões 
para definir o Studio como a experiência padrão para seu domínio, entre em contato com seu 
administrador. Para ter mais informações, consulte Visão geral SageMaker do Amazon Domain.

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS CLI atual.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

Inicie a partir do SageMaker console da Amazon

Conclua o procedimento a seguir para iniciar o Studio a partir do SageMaker console da Amazon.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação esquerdo, escolha Studio.

3. Na página inicial do Studio, selecione o domínio e o perfil de usuário para iniciar o Studio.

4. Escolha Open Studio (Abrir Studio).

5. Para iniciar o Studio, escolha Launch personal Studio.
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Inicie usando o AWS CLI

Esta seção demonstra como iniciar o Studio usando o. AWS CLI O procedimento para acessar o 
Studio usando o AWS CLI depende se o domínio usa autenticação ou AWS IAM Identity Center 
autenticação AWS Identity and Access Management (IAM). Você pode usar o AWS CLI para iniciar 
o Studio criando um URL de domínio preassinado quando seu domínio usa a autenticação do IAM. 
Para obter informações sobre o lançamento do Studio com a autenticação do IAM Identity Center, 
consulteIntegração personalizada ao Amazon SageMaker Domain usando o IAM Identity Center.

Inicie se o Studio for a experiência padrão

O trecho de código a seguir demonstra como iniciar o Studio a partir do AWS CLI usando um URL de 
domínio pré-assinado se o Studio for a experiência padrão. Para obter mais informações, consulte
create-presigned-domain-url.

aws sagemaker create-presigned-domain-url \
--region region \
--domain-id domain-id \
--user-profile-name user-profile-name \
--session-expiration-duration-in-seconds 43200

Inicie se o Amazon SageMaker Studio Classic for sua experiência padrão

O trecho de código a seguir demonstra como iniciar o Studio a partir do AWS CLI usando um URL 
de domínio pré-assinado se o Studio Classic for a experiência padrão. Para obter mais informações, 
consulte create-presigned-domain-url.

aws sagemaker create-presigned-domain-url \
--region region \
--domain-id domain-id \
--user-profile-name user-profile-name \
--session-expiration-duration-in-seconds 43200 \
--landing-uri studio::

Visão geral da interface do usuário do Amazon SageMaker Studio

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
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experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

A interface de usuário do Amazon SageMaker Studio é dividida em três partes distintas.

• Barra de navegação — Essa seção da interface do usuário inclui o URL, as trilhas de navegação, 
as notificações e as opções do usuário.

• Painel de navegação — Esta seção da interface do usuário inclui uma lista dos aplicativos 
compatíveis com o Studio e opções para os principais fluxos de trabalho no Studio.

• Painel de conteúdo — A área de trabalho principal que exibe a página atual da interface do usuário 
do Studio que você abriu.

Tópicos

• Barra de navegação do Amazon SageMaker Studio

• Painel de navegação do Amazon SageMaker Studio

• Painel de conteúdo do Studio
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Barra de navegação do Amazon SageMaker Studio

A barra de navegação da interface do usuário do Studio inclui o URL, as trilhas de navegação, as 
notificações e as opções do usuário.

Estrutura do URL

O URL do Studio muda à medida que você navega pela interface do usuário. Quando você navega 
para uma página diferente na interface do usuário, a URL muda para refletir essa página. Com o 
URL atualizado, você abre qualquer página diretamente na interface do usuário do Studio, sem 
primeiro navegar até a página de destino.

Pão ralado

Conforme você navega pela interface do usuário do Studio, as trilhas de navegação acompanham 
as páginas principais da página atual. Ao escolher uma dessas trilhas de navegação, você pode 
navegar até as páginas principais na interface do usuário.

Notificações

A seção de notificações da interface do usuário fornece informações sobre mudanças importantes no 
Studio, atualizações nos aplicativos e problemas a serem resolvidos.

Opções do usuário

As opções do usuário 

( ) 
fornecem informações sobre o perfil do usuário que está usando o Studio no momento e oferecem a 
opção de sair do Studio. 

Painel de navegação do Amazon SageMaker Studio

Painel de navegação

O painel de navegação da interface do usuário inclui uma lista dos aplicativos compatíveis com o 
Studio. Ele também fornece opções para os principais fluxos de trabalho no Studio.

Essa seção da interface do usuário pode ser usada em um estado expandido ou reduzido. 
Para alterar se a seção está expandida ou contraída, selecione o ícone Recolher

( ).
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Aplicativos

A seção de aplicativos lista os aplicativos que estão disponíveis no Studio. Se você escolher um dos 
tipos de aplicativo, será direcionado para a página inicial desse aplicativo.

Fluxos de trabalho

A lista de fluxos de trabalho inclui todas as ações disponíveis que você pode realizar no Studio. 
Escolha uma das opções para navegar até a página inicial desse fluxo de trabalho. Se houver vários 
fluxos de trabalho disponíveis para essa opção, a escolha da opção abrirá um menu suspenso onde 
você poderá selecionar a página inicial desejada.

A lista a seguir descreve as opções e fornece um link para obter mais informações.

• Página inicial — A página de destino principal com uma visão geral, introdução e novidades.

• Instâncias em execução — Todas as instâncias que estão sendo executadas atualmente no 
Studio. Para ter mais informações, consulte Visualize e interrompa a execução de instâncias.

• Dados — opções de preparação de dados nas quais você pode colaborar para armazenar, 
explorar, preparar, transformar e compartilhar seus dados. 

• Para obter mais informações sobre o Amazon SageMaker Data Wrangler, consulte. Preparar 
dados

• Para obter mais informações sobre a Amazon SageMaker Feature Store, consulteCrie, 
armazene e compartilhe recursos com a Amazon SageMaker Feature Store.

• Para obter mais informações sobre clusters do Amazon EMR, consulte. Prepare dados usando o 
Amazon EMR

• Auto ML — Crie, treine, ajuste e implante modelos de aprendizado de máquina (ML) 
automaticamente. Para ter mais informações, consulte Amazon SageMaker Canvas.

• Experimentos — Crie, gerencie, analise e compare seus experimentos de aprendizado de máquina 
usando Amazon SageMaker Experiments o. Para obter mais informações, consulteGerencie o 
Machine Learning com a Amazon SageMaker Experiments.

• Empregos — Veja os trabalhos criados no Studio. 

• Para obter mais informações sobre treinamento, consulteTreinar modelos de machine learning.

• Para obter mais informações sobre avaliação de modelos, consulteUse o SageMaker Clarify 
para avaliar modelos de fundação.
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• Pipelines — Automatize seu fluxo de trabalho de ML com o Amazon SageMaker Model Building 
Pipelines, que fornece recursos para ajudá-lo a criar, rastrear e gerenciar seus recursos de 
pipeline. Para ter mais informações, consulte Amazon SageMaker Model Building Pipelines.

• Modelos — Organize seus modelos em grupos e coleções no registro de modelos, onde você 
pode gerenciar versões de modelos, visualizar metadados e implantar modelos na produção. Para 
ter mais informações, consulte Registrar e implantar modelos com o Registro do modelo.

• JumpStart— SageMaker JumpStart A Amazon fornece modelos pré-treinados de código 
aberto para uma ampla variedade de tipos de problemas para ajudar você a começar a usar o 
aprendizado de máquina. Para obter mais informações, consulteSageMaker JumpStart.

• Implantações — implante seus modelos de aprendizado de máquina (ML) para inferência.

• Para obter mais informações sobre o Amazon SageMaker Inference Recommender, consulte.
Recomendador de SageMaker inferência da Amazon

• Para obter mais informações sobre endpoints, consulteImplantar modelos para inferência.

Painel de conteúdo do Studio

A área de trabalho principal também é chamada de painel de conteúdo. Ele exibe a página atual da 
interface do usuário do Studio que você abriu.

Página inicial do Studio

A página inicial do Studio é a página inicial principal na área de trabalho principal. A página inicial 
inclui duas guias distintas. Há uma guia Visão geral e uma guia Introdução.

Visão geral

A guia Visão geral inclui opções para iniciar espaços para tipos de aplicativos populares, começar 
com soluções pré-criadas e automatizadas para fluxos de trabalho de ML e links para tarefas comuns 
na interface do usuário do Studio.

Conceitos básicos

A guia Introdução inclui informações, orientações e recursos sobre como começar a usar o Studio. 
Isso inclui uma visita guiada à interface do usuário do Studio, um link para a documentação sobre o 
Studio e uma seleção de dicas rápidas.
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Aplicativos compatíveis com o Amazon SageMaker Studio

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

O Amazon SageMaker Studio oferece suporte aos seguintes aplicativos:

• Editor de código, baseado no Code-OSS, o Visual Studio Code - Open Source - Code Editor 
oferece um ambiente de desenvolvimento integrado (IDE) leve e poderoso com atalhos familiares, 
terminal e recursos avançados de depuração e ferramentas de refatoração. É um aplicativo 
totalmente gerenciado e baseado em navegador no Studio. Para ter mais informações, consulte
Comece a usar o Editor de código no Amazon SageMaker Studio.

• Amazon SageMaker Studio Classic — O Amazon SageMaker Studio Classic é um IDE baseado 
na web para aprendizado de máquina. Com o Studio Classic, você pode criar, treinar, depurar, 
implantar e monitorar seus modelos de aprendizado de máquina. Para ter mais informações, 
consulte Amazon SageMaker Studio Clássico.

• JupyterLab— JupyterLab oferece um conjunto de recursos que ampliam a oferta de notebooks 
totalmente gerenciados. Ele inclui kernels que começam em segundos, um tempo de execução 
pré-configurado com ciência de dados popular, estruturas de aprendizado de máquina e 
armazenamento em blocos de alto desempenho. Para ter mais informações, consulte SageMaker 
JupyterLab.

• Amazon SageMaker Canvas — Com o SageMaker Canvas, você pode usar o aprendizado de 
máquina para gerar previsões sem escrever código. Com o Canvas, você pode conversar com 
modelos populares de linguagem grande (LLMs), acessar ready-to-use modelos ou criar um 
modelo personalizado treinado com base em seus dados. Para ter mais informações, consulte
Amazon SageMaker Canvas.

• RStudio — O RStudio é um ambiente de desenvolvimento integrado para R. Ele inclui um 
console e um editor de realce de sintaxe que suporta a execução direta do código. Também inclui 
ferramentas para plotagem, histórico, depuração e gerenciamento do espaço de trabalho. Para ter 
mais informações, consulte RStudio no Amazon SageMaker.
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Espaços do Amazon SageMaker Studio

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

Os espaços são usados para gerenciar as necessidades de armazenamento e recursos de alguns 
aplicativos do Amazon SageMaker Studio. Cada espaço tem uma relação 1:1 com uma instância de 
um aplicativo. Cada aplicativo compatível criado tem seu próprio espaço. Os seguintes aplicativos no 
Studio são executados em espaços:

• Comece a usar o Editor de código no Amazon SageMaker Studio

• SageMaker JupyterLab

• Amazon SageMaker Studio Clássico

Um espaço é composto pelos seguintes recursos:

• Um volume de armazenamento.

• Para o Studio Classic, o espaço é conectado ao volume compartilhado do Amazon Elastic File 
System (Amazon EFS) para o domínio.

• Para outras aplicações, um volume distinto do Amazon Elastic Block Store (Amazon EBS) é 
anexado ao espaço. Todos os aplicativos recebem seu próprio volume do Amazon EBS. Os 
aplicativos não têm acesso ao volume Amazon EBS de outros aplicativos. Para obter mais 
informações sobre os volumes do Amazon EBS, consulte Amazon Elastic Block Store (Amazon 
EBS).

• O tipo de aplicação do espaço.

• A imagem na qual o aplicativo se baseia.

Os espaços podem ser privados ou compartilhados:
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• Privado: os espaços privados têm como escopo um único usuário em um domínio. Espaços 
privados não podem ser compartilhados com outros usuários. Todos os aplicativos que oferecem 
suporte a espaços também oferecem suporte a espaços privados.

• Compartilhado: os espaços compartilhados podem ser acessados por todos os usuários no 
domínio. Somente o Studio Classic suporta espaços compartilhados. Para obter mais informações 
sobre espaços compartilhados, consulte Colaborar com espaços compartilhados.

Espaços podem ser criados em domínios que usam a autenticação AWS IAM Identity Center ou 
AWS Identity and Access Management (IAM). As seções a seguir fornecem informações gerais sobre 
como acessar espaços. Para obter informações específicas sobre como criar e acessar um espaço, 
consulte a documentação do respectivo tipo de aplicativo do espaço que você está criando.

Tópicos

• Espaços de acesso

Espaços de acesso

As seções a seguir mostram como acessar a lista de espaços associados ao perfil do usuário no 
domínio. 

Acessando espaços a partir do SageMaker console da Amazon

Para acessar espaços a partir do SageMaker console da Amazon

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Em Configurações do administrador, escolha Domínios.

3. Na lista de domínios, selecione o domínio que contém os espaços.

4. Na página de detalhes do domínio, selecione a guia Gerenciamento de espaço. Para obter 
mais informações sobre o gerenciamento de espaços, consulteColaborar com espaços 
compartilhados.

5. Na lista de espaços desse domínio, selecione o espaço a ser lançado.

6. Escolha o Launch Studio para o espaço que você deseja lançar.

Acessando espaços do Studio

Siga estas etapas para acessar espaços do Studio para um tipo específico de aplicativo.
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Para acessar espaços do Studio

1. Abra o Studio seguindo as etapas emInicie o Amazon SageMaker Studio.

2. Selecione o tipo de aplicativo com os espaços que você deseja acessar.

Acessando espaços usando o AWS CLI

As seções a seguir mostram como acessar um espaço a partir do AWS Command Line Interface 
(AWS CLI). Os procedimentos são para domínios que usam AWS Identity and Access Management 
(IAM) ou AWS IAM Identity Center autenticação.

Autenticação do IAM

O procedimento a seguir descreve geralmente como acessar um espaço usando a autenticação do 
IAM doAWS CLI.

1. Crie um URL de domínio pré-assinado especificando o nome do espaço que você deseja 
acessar.

aws \ 
    --region region \ 
    sagemaker \ 
    create-presigned-domain-url \ 
    --domain-id domain-id \ 
    --user-profile-name user-profile-name \ 
    --space-name space-name

2. Navegue até o URL.

Acessando um espaço na autenticação do IAM Identity Center

O procedimento a seguir descreve como acessar um espaço usando a autenticação do IAM Identity 
Center a AWS CLI partir do.

1. Use o comando a seguir para retornar a URL associada ao espaço.

aws \ 
    --region region \ 
    sagemaker \ 
    describe-space \ 
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    --domain-id domain-id \ 
    --space-name space-name

2. Anexe o respectivo parâmetro de redirecionamento para o tipo de aplicativo ao URL a ser 
federado por meio do IAM Identity Center. Para obter mais informações sobre os parâmetros de 
redirecionamento, consulte describe-space.

3. Navegue até o URL a ser federado por meio do IAM Identity Center.

Execute tarefas comuns

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

As seções a seguir descrevem como realizar tarefas comuns no Amazon SageMaker Studio. Para 
obter uma visão geral da interface do Studio, consulte Visão geral da interface do usuário do Amazon 
SageMaker Studio.

Definir preferências de cookies

1. Inicie o Studio seguindo as etapasInicie o Amazon SageMaker Studio.

2. Na parte inferior da interface de usuário do Studio, escolha Preferências de cookies.

3. Marque a caixa de seleção para cada tipo de cookie que você deseja que SageMaker a Amazon 
use.

4. Selecione Salvar preferências.

Gerenciar notificações

As notificações fornecem informações sobre mudanças importantes no Studio, atualizações nos 
aplicativos e problemas a serem resolvidos.

1. Inicie o Studio seguindo as etapasInicie o Amazon SageMaker Studio.
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2. Na barra de navegação superior, escolha o ícone Notificações

( ).

3. Na lista de notificações, selecione a notificação para obter informações sobre ela.

Deixe um feedback

Nós levamos seus comentários a sério. Recomendamos que você envie seu feedback.

Na barra de navegação superior do Studio, escolha Fornecer feedback.

Sair

Sair da interface do usuário do Studio é diferente de fechar a janela do navegador. Sair limpa os 
dados da sessão do navegador e exclui as alterações não salvas.

Esse mesmo comportamento também acontece quando a sessão do Studio expira. Isso acontece 
após 5 minutos.

1. Inicie o Studio seguindo as etapasInicie o Amazon SageMaker Studio.

2. Escolha o ícone Opções do usuário

( ).

3. Escolha Sair.

4. Na janela pop-up, escolha Sair.

Suporte ao modo local no Amazon SageMaker Studio

Os aplicativos do Amazon SageMaker Studio oferecem suporte ao uso do modo local para criar 
estimadores, processadores e pipelines e, em seguida, implantá-los em um ambiente local. O modo 
local permite que os usuários testem scripts de aprendizado de máquina antes de executá-los nos 
ambientes gerenciados SageMaker de treinamento ou hospedagem da Amazon. O Studio oferece 
suporte ao modo local nos seguintes aplicativos:

• Amazon SageMaker Studio Clássico

• JupyterLab

• Editor de código, baseado em Code-OSS, Visual Studio Code - Código aberto
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O modo local nos aplicativos do Studio é invocado usando o SDK do SageMaker Python. O modo 
local nos aplicativos Studio funciona de forma semelhante ao modo local nas instâncias do Amazon 
SageMaker Notebook, com algumas diferenças. Para obter mais informações sobre como usar o 
modo local com o SDK do SageMaker Python, consulte Modo local.

Note

Os aplicativos do Studio não oferecem suporte a trabalhos de vários contêineres no modo 
local. Os trabalhos no modo local são limitados a uma única instância para trabalhos de 
treinamento, inferência e processamento. Ao criar um trabalho no modo local, a configuração 
da contagem de instâncias deve ser1. 

Como parte do suporte ao modo local, os aplicativos Studio oferecem suporte a recursos limitados de 
acesso ao Docker. Com esse suporte, os usuários podem interagir com a API do Docker a partir dos 
notebooks Jupyter ou do terminal de imagem do aplicativo. Os clientes podem interagir com o Docker 
usando uma das seguintes opções:

• CLI do Docker

• CLI do Docker Compose

• clientes Docker SDK específicos de um idioma

Pré-requisitos

Você deve preencher os seguintes pré-requisitos para usar o modo local nos aplicativos do Studio.

• Para extrair imagens de um repositório do Amazon Elastic Container Registry, a conta que 
hospeda a imagem do Amazon ECR deve fornecer permissão de acesso para a função de 
execução do usuário. A função de execução do domínio também deve permitir o acesso ao 
Amazon ECR.

• Verifique se você está usando a versão mais recente do SDK do Studio Python usando o seguinte 
comando: 

pip install -U sagemaker

• Para usar o modo local, bem como os recursos do Docker, você deve definir o seguinte parâmetro 
do domínio DockerSettings usando oAWS CLI: 
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EnableDockerAccess : ENABLED

• UsandoEnableDockerAccess, você também pode controlar se os usuários no domínio podem 
usar o modo local. Por padrão, o modo local e os recursos do Docker não são permitidos nos 
aplicativos Studio. Para ter mais informações, consulte Configurar EnableDockerAccess.

• Instale a CLI do Docker no aplicativo Studio seguindo as etapas em. Instalação do Docker

Configurar EnableDockerAccess

As seções a seguir mostram como definir EnableDockerAccess quando o domínio tem acesso 
público à Internet ou está no VPC-only modo.

Note

As alterações serão aplicadas EnableDockerAccess somente aos aplicativos criados após 
a atualização do domínio. Você deve criar um novo aplicativo depois de atualizar o domínio.

Acesso público à internet

Os exemplos de comandos a seguir mostram como configurar EnableDockerAccess ao criar um 
novo domínio ou atualizar um domínio existente com acesso público à Internet.

# create new domain
aws --region region \ 
    sagemaker create-domain --domain-name domain-name \ 
    --vpc-id vpc-id \ 
    --subnet-ids subnet-ids \ 
    --auth-mode IAM \ 
    --default-user-settings "ExecutionRole=execution-role" \ 
    --domain-settings '{"DockerSettings": {"EnableDockerAccess": "ENABLED"}}' \ 
    --query DomainArn \ 
    --output text

# update domain
aws --region region \ 
    sagemaker update-domain --domain-id domain-id \ 
    --domain-settings-for-update '{"DockerSettings": {"EnableDockerAccess": 
 "ENABLED"}}'
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Modo VPC-only

Ao usar um domínio no VPC-only modo, as solicitações push e pull de imagem do Docker são 
roteadas pelo serviço VPC em vez do VPC configurado pelo cliente. Por causa dessa funcionalidade, 
os administradores podem configurar uma lista de AWS contas confiáveis para as quais os usuários 
podem fazer com que o Docker do Amazon ECR Docker extraia e envie solicitações de operações. 
Se uma solicitação push ou pull de imagem do Docker for feita para uma AWS conta que não está 
na lista de AWS contas confiáveis, a solicitação falhará. As operações pull e push do Docker fora do 
Amazon ECR não são suportadas no VPC-only modo.

As seguintes AWS contas são confiáveis por padrão:

• A conta que hospeda o SageMaker domínio.

• SageMaker contas que hospedam as seguintes SageMaker imagens:

• • Imagens da estrutura DLC

• Sklearn, Spark, XGBoost processando imagens

Para configurar uma lista de AWS contas confiáveis adicionais, você deve especificar o
VpcOnlyTrustedAccounts valor da seguinte forma:

aws --region region \ 
    sagemaker update-domain --domain-id domain-id \ 
    --domain-settings-for-update '{"DockerSettings": {"EnableDockerAccess": "ENABLED", 
 "VpcOnlyTrustedAccounts": ["account-list"]}}'

Suporte ao Docker

O Studio também oferece suporte a recursos limitados de acesso ao Docker com as seguintes 
restrições:

• O uso de redes Docker não é suportado.

• O uso do volume do Docker não é suportado durante a execução do contêiner. Somente entradas 
de montagem de vinculação de volume são permitidas durante a orquestração do contêiner. As 
entradas do volume bind mount devem estar localizadas no volume Amazon Elastic File System 
para Studio Classic ou no volume Amazon Elastic Block Store para JupyterLab aplicativos do Code 
Editor.

• As operações de inspeção de contêineres são permitidas.
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• O mapeamento da porta do contêiner para o host não é permitido. No entanto, você pode 
especificar uma porta para hospedagem. O endpoint pode então ser acessado pelo Studio usando 
o seguinte URL.

http://localhost:port

Operações do Docker suportadas

A tabela a seguir lista todos os endpoints da API Docker que são compatíveis com o Studio, bem 
como quaisquer limitações de suporte. O Studio não oferece suporte a endpoints de API que não 
estejam listados na tabela.

Documentação de API Limitações

SystemAuth

SystemEvents

SystemVersion

SystemPing

SystemPingHead

ContainerCreate • Os contêineres não podem ser executado 
s na ponte padrão do Docker ou em redes 
Docker personalizadas. Os contêineres são 
executados na mesma rede do contêiner do 
aplicativo Studio.

• Os usuários só podem usar o seguinte valor 
para o nome da rede:sagemaker . Por 
exemplo: .

docker run --net sagemaker parameter 
-values

• Somente montagens de ligação são 
permitidas para uso de volume. O diretório 
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Documentação de API Limitações

do host deve existir no Amazon EFS para 
KernelGateway aplicativos ou no Amazon 
EBS para outros aplicativos.

• Os contêineres não podem ser executados 
em modo privilegiado ou com privilégios de 
seccomp elevados.

ContainerStart

ContainerStop

ContainerKill

ContainerDelete

ContainerList

ContainerLogs

ContainerInspect

ContainerWait

ContainerAttach

ContainerPrune

ContainerResize

ImageCreate VPC-onlyo suporte é limitado às imagens do 
Amazon ECR em contas permitidas.

ImagePrune

ImagePush VPC-onlyo suporte é limitado às imagens do 
Amazon ECR em contas permitidas.

ImageList
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Documentação de API Limitações

ImageInspect

ImageGet

ImageDelete

ImageBuild • VPC-onlyo suporte é limitado às imagens 
do Amazon ECR em contas permitidas.

• Os usuários só podem usar o seguinte valor 
para o nome da rede:sagemaker . Por 
exemplo: .

docker build --network 
 sagemaker parameter-values

Instalação do Docker

Para usar o Docker, você deve instalar manualmente o Docker a partir do terminal do seu aplicativo 
Studio. 

1. Navegue até o terminal do aplicativo Studio no qual você deseja instalar o Docker.

2. Instale o Docker seguindo as instruções em https://docs.docker.com/engine/install/ubuntu/ com 
as seguintes considerações:

• Instale o Docker usando o repositório apt. O uso de outros métodos para instalar o Docker 
falhará.

• Ao usar o Docker do Studio Classic, remova sudo ao executar comandos porque o terminal já 
está em superuser execução.

• Se os comandos encadeados falharem, execute os comandos um de cada vez.

• O Studio suporta apenas a versão 20.10.X. Docker.

• Os pacotes a seguir não são necessários para usar a CLI do Docker no Studio e sua 
instalação pode ser ignorada:

• containerd.io

• docker-ce
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Note

Você não precisa iniciar o Docker Service em seus aplicativos. A instância que hospeda 
o aplicativo Studio executa o Docker Service por padrão. Todas as chamadas da API do 
Docker são roteadas automaticamente pelo Docker Service.

3. Use o soquete Docker exposto para interações do Docker nos aplicativos Studio. Por padrão, o 
soquete a seguir está exposto.

unix:///docker/proxy.sock

A variável ambiental do aplicativo Studio a seguir para o padrão USER usa esse soquete 
exposto.

DOCKER_HOST

Visualize e interrompa a execução de instâncias

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

A página de instâncias em execução fornece informações sobre todas as instâncias de aplicativos 
em execução que foram criadas no Amazon SageMaker Studio pelo usuário ou que foram 
compartilhadas com o usuário.

Nessa página, você pode visualizar e interromper a execução de instâncias para todos os seus 
aplicativos e espaços. Se uma instância for interrompida, ela não aparecerá nessa página. As 
instâncias interrompidas podem ser visualizadas na página inicial de seus respectivos tipos de 
aplicativos.

Tópicos
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• Visualizar detalhes de aplicativos

• Interromper um aplicativo em execução

Visualizar detalhes de aplicativos

Você pode ver uma lista dos aplicativos em execução e seus detalhes no Studio.

Para visualizar instâncias em execução

1. Inicie o Studio seguindo as etapasInicie o Amazon SageMaker Studio.

2. No painel de navegação esquerdo, escolha Instâncias em execução.

3. Na página Instâncias em execução, você pode ver uma lista de aplicativos em execução e 
detalhes sobre esses aplicativos.

Interromper um aplicativo em execução

Você pode interromper a execução de um aplicativo no Studio.

Para interromper a execução de um aplicativo

1. Inicie o Studio seguindo as etapasInicie o Amazon SageMaker Studio.

2. Na lista de instâncias em execução, selecione o aplicativo que você deseja interromper.

3. Escolha o botão Parar para o aplicativo.

Preços do Amazon SageMaker Studio

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

Não há cobrança adicional pelo uso da interface do usuário do Amazon SageMaker Studio. 

O seguinte incorre em custos:
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• Volumes do Amazon Elastic Block Store ou do Amazon Elastic File System que são montados com 
seus aplicativos.

• Quaisquer trabalhos e recursos que os usuários iniciem a partir dos aplicativos do Studio.

• Iniciar um JupyterLab aplicativo, mesmo que nenhum recurso ou tarefa tenha sido lançado no 
aplicativo.

Para obter informações sobre como o Amazon SageMaker Studio Classic é cobrado, consultePreços 
do Amazon SageMaker Studio Classic.

Para obter mais informações sobre faturamento e exemplos de preços, consulte Amazon SageMaker 
Pricing.

Solução de problemas

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

Esta seção mostra como solucionar problemas comuns no Amazon SageMaker Studio.

Não é possível excluir o Editor de código, com base no Code-OSS, no Visual Studio Code - Open 
Source ou no aplicativo JupyterLab

Esse problema ocorre quando um usuário cria um aplicativo do Amazon SageMaker Studio que está 
disponível somente no Studio e, em seguida, reverte para a experiência Studio Classic como padrão. 
Como resultado, o usuário não pode excluir um aplicativo do Editor de Código, com base no Code-
OSS, no Visual Studio Code - Open Source ou JupyterLab porque não consegue acessar a interface 
do usuário do Studio.

Para resolver esse problema, notifique seu administrador para que ele possa excluir o aplicativo 
manualmente usando o AWS Command Line Interface (AWS CLI).
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Amazon SageMaker Studio Clássico

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O Amazon SageMaker Studio Classic é um ambiente de desenvolvimento integrado (IDE) baseado 
na web para aprendizado de máquina que permite criar, treinar, depurar, implantar e monitorar seus 
modelos de aprendizado de máquina. O Studio Classic fornece todas as ferramentas de que você 
precisa para levar seus modelos da preparação de dados à experimentação e à produção e, ao 
mesmo tempo, aumentar sua produtividade. Em uma única interface visual unificada, os clientes 
podem realizar as seguintes tarefas:

• Escrever e executar código em cadernos Jupyter

• Preparar dados para o machine learning

• Criar e treinar modelos de machine learning

• Implantar os modelos e monitorar o desempenho das previsões

• Acompanhar e depurar os experimentos de machine learning

Para obter informações sobre as etapas de integração para entrar no Studio Classic, consulteVisão 
geral SageMaker do Amazon Domain.

Para as AWS regiões suportadas pelo Studio Classic, consulteRegiões e cotas compatíveis.

Tópicos

• Características do Studio Classic

• Visão geral da interface do usuário do Amazon SageMaker Studio Classic

• Inicie o Amazon SageMaker Studio Classic

• JupyterLab Controle de versão

• Use o Amazon SageMaker Studio Classic Launcher

• Colaborar com espaços compartilhados
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• Use notebooks Amazon SageMaker Studio Classic

• Personalize o Amazon SageMaker Studio Classic

• Execute tarefas comuns no Amazon SageMaker Studio Classic

• Preços do Amazon SageMaker Studio Classic

• Solução de problemas do Amazon SageMaker Studio Classic

Características do Studio Classic

O Studio Classic inclui os seguintes recursos:

• SageMaker Piloto automático

• SageMaker Esclareça

• SageMaker Organizador de dados

• SageMaker Depurador

• SageMaker Experimentos

• SageMaker Loja de recursos

• SageMaker JumpStart

• Amazon SageMaker Model Building Pipelines

• SageMaker Registro de modelos

• SageMaker Projetos

• SageMakerNotebooks Studio Classic

• SageMaker Notebook Studio Universal

Visão geral da interface do usuário do Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Características do Studio Classic 382

https://docs.aws.amazon.com/sagemaker/latest/dg/autopilot-automate-model-development.html
https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-fairness-and-explainability.html
https://docs.aws.amazon.com/sagemaker/latest/dg/data-wrangler.html
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-on-studio.html
https://docs.aws.amazon.com/sagemaker/latest/dg/experiments.html
https://docs.aws.amazon.com/sagemaker/latest/dg/feature-store-use-with-studio.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-jumpstart.html
https://docs.aws.amazon.com/sagemaker/latest/dg/pipelines-studio.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-registry.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-projects.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebooks.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-notebooks-emr-cluster.html


Amazon SageMaker Guia do Desenvolvedor

O Amazon SageMaker Studio Classic amplia os recursos JupyterLab com recursos personalizados 
que podem acelerar seu processo de Machine Learning (ML) aproveitando o poder da AWS 
computação. Usuários anteriores do JupyterLab notarão a semelhança da interface do usuário. As 
adições mais proeminentes estão detalhadas nas seções a seguir. Para obter uma visão geral da 
JupyterLab interface original, consulte A JupyterLab interface.

A imagem a seguir mostra a visualização padrão ao iniciar o Amazon SageMaker Studio 
Classic. O painel de navegação esquerdo exibe todas as categorias de atributos de 
nível superior e um Página inicial do Studio Classic está aberto na área de trabalho 
principal. Volte a esse ponto central de orientação escolhendo o ícone de Início

( ) 
a qualquer momento e, em seguida, selecionando o nó Início no menu de navegação.

Experimente o caderno de introdução para obter um guia prático no produto sobre como configurar 
e se familiarizar com os recursos do Amazon SageMaker Studio Classic. Na seção Ações rápidas da 
página inicial do Studio Classic, escolha Abrir o caderno de introdução.
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Note

Este capítulo é baseado na interface de usuário (UI) atualizada do Studio Classic, disponível 
na versão JupyterLab 3 v5.38.x e superior.

• Para recuperar sua versão da interface do usuário do Studio Classic, no Studio Classic 
Launcher, abra um Terminal do Sistema e, em seguida,

1. Executar conda activate studio

2. Executar jupyter labextension list

3. Pesquise a versão exibida após @amzn/sagemaker-ui version na saída.

• Para obter informações sobre a atualização do Amazon SageMaker Studio Classic, 
consulteDesligue e atualize o SageMaker Studio Classic.

Tópicos

• Página inicial do Studio Classic

• Layout do Studio Classic

Página inicial do Studio Classic

A página Início fornece acesso a tarefas e fluxos de trabalho comuns. Em particular, inclui uma lista 
de ações rápidas para tarefas comuns, como o Abrir o inicializador para criar cadernos e outros 
recursos e importar e preparar dados visualmente para criar um novo fluxo no Data Wrangler. A 
página Início também oferece dicas de ferramentas sobre os principais controles na interface do 
usuário.

As soluções pré-construídas e automatizadas ajudam você a começar rapidamente com SageMaker 
as soluções low-code, como Amazon SageMaker JumpStart e Autopilot.

Em Fluxos de trabalho e tarefas, você pode encontrar uma lista de tarefas relevantes para cada 
etapa do seu fluxo de trabalho de ML que leva você à ferramenta certa para o trabalho. Por exemplo,
Transformar, analisar e exportar dados leva você para o Amazon SageMaker Data Wrangler e abre o 
fluxo de trabalho para criar um novo fluxo de dados, ou Exibir todos os experimentos leva você para 
Experimentos e abre a SageMaker visualização da lista de experimentos.

Após o lançamento do Studio Classic, a página inicial é aberta na área de trabalho 
principal. Você pode personalizar sua página SageMaker inicial escolhendo
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Personalizar 
layout no canto superior direito da guia Início.

Layout do Studio Classic

A interface do Amazon SageMaker Studio Classic consiste em uma barra de menu na parte superior, 
uma barra lateral esquerda dobrável exibindo uma variedade de ícones, como o ícone Início e o
Navegador de Arquivos, uma barra de status na parte inferior da tela e uma área central dividida 
horizontalmente em dois painéis. O painel esquerdo é um painel de navegação recolhível. O painel 
direito, ou área de trabalho principal, contém uma ou mais abas para recursos como inicializadores, 
cadernos, terminais, métricas e gráficos, e pode ser dividido ainda mais.

Relate um bug no Studio Classic ou escolha o ícone de notificação 

( ) 
para ver as notificações do Studio Classic, como novas versões e novos SageMaker recursos do 
Studio Classic, no canto direito da barra de menu. Para atualizar para uma nova versão do Studio 
Classic, consulteDesligue e atualize os aplicativos SageMaker Studio Classic e Studio Classic.

As seções a seguir descrevem as principais áreas da interface do usuário do Studio Classic.

Barra lateral esquerda

A barra lateral esquerda inclui os ícones a seguir. Quando o mouse passa sobre um ícone, uma dica 
de ferramenta exibe o nome do ícone. Um único clique em um ícone abre o painel de navegação 
esquerdo com a funcionalidade descrita. Um clique duplo minimiza o painel de navegação esquerdo.

Ícone Descrição

Início

Escolha o ícone Início para abrir um menu de navegação de nível 
superior no painel de navegação esquerdo.

Usando o menu de navegação Início, você pode descobrir e navegar 
até as ferramentas certas para cada etapa do seu fluxo de trabalho de 
ML. O menu também fornece atalhos para soluções de início rápido e 
recursos de aprendizado, como documentação e tutoriais guiados.

As categorias do menu agrupam atributos relevantes. A escolha de 
dados, por exemplo, expande os SageMaker recursos relevantes 
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Ícone Descrição

para suas tarefas de preparação de dados. A partir daqui, você pode 
preparar seus dados com o Data Wrangler, criar e armazenar recursos 
de ML com o Amazon SageMaker Feature Store e gerenciar clusters 
do Amazon EMR para processamento de dados em grande escala. As 
categorias são ordenadas de acordo com um fluxo de trabalho típico 
de ML, desde a preparação de dados até a criação, o treinamento e a 
implantação de modelos de ML (dados, pipelines, modelos e implantaç 
ões).

Quando você escolhe um nó específico (como o Data Wrangler), uma 
página correspondente é aberta na área de trabalho principal.

Escolha Início no menu de navegação para abrir o Página inicial do 
Studio Classic
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Ícone Descrição

Navegador de arquivos

O navegador de arquivos exibe listas de cadernos, experimentos, testes, 
teste de componentes, endpoints e soluções de baixo código.

Estar em um espaço pessoal ou compartilhado determina quem tem 
acesso aos seus arquivos. Você pode identificar em que tipo de espaço 
está olhando no canto superior direito. Se você estiver em um aplicativo 
pessoal, verá um ícone de usuário seguido por [user_name]  / Studio 
pessoal e, se estiver em um espaço colaborativo, verá um ícone de 
globo seguido por “[user_name] / [space_name]. ”

• Aplicativo Personal Studio Classic: um diretório privado do Amazon 
EFS que somente você pode acessar.

• Espaço colaborativo: um diretório compartilhado do Amazon EFS com 
outros membros da sua equipe para acesso em grupo a cadernos e 
recursos. Trabalhar em um espaço compartilhado permite a colaboraç 
ão da equipe em cadernos em tempo real.

• Inicializador do Studio Classic: escolha o sinal de adição (+) no menu 
na parte superior do navegador de arquivos para abrir o Amazon 
SageMaker Studio Classic Launcher.

• Carregar arquivos: escolha o ícone Carregar arquivos

( ) 
para adicionar arquivos ao Studio Classic ou arraste-os e solte-os do 
seu desktop.

• Abrir arquivos: clique duas vezes em um arquivo para abrir o arquivo 
em uma nova aba ou clique com o botão direito do mouse e selecione
Abrir.
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Ícone Descrição

• Gerenciamento do painel: para abrir arquivos adjacentes, escolha uma 
aba que contenha um caderno, Python ou arquivo de texto e escolha
Nova visualização de arquivo.

Para entradas hierárquicas, uma navegação em categoria selecionável 
na parte superior do navegador mostra a localização na hierarquia.

Inspetor de Propriedades

O Inspetor de Propriedades é um inspetor de ferramentas de célula de 
caderno que exibe configurações de propriedades contextuais quando 
aberto.

Terminais e kernels em execução

Você pode verificar a lista de todos os kernels e terminais atualmente 
em execução em todos os cadernos, consoles de código e diretórios. 
Você pode encerrar recursos individuais, incluindo cadernos, terminais 
, kernels, aplicativos e instâncias. Você também pode encerrar todos os 
recursos em uma dessas categorias ao mesmo tempo.

Para ter mais informações, consulte Desligar recursos.

Git

É possível se conectar a um repositório do Git e acessar uma gama 
completa de ferramentas e operações do Git.

Para ter mais informações, consulte Clone um repositório SageMaker Git 
no Studio Classic.
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Ícone Descrição

Índice

Você pode navegar pela estrutura de um documento quando um 
caderno ou arquivos Python estão abertos.
Um sumário é gerado automaticamente no painel de navegação 
esquerdo quando você tem um caderno, arquivos Markdown ou arquivos 
Python abertos. As entradas são clicáveis e role o documento até o título 
em questão.

Extensões

Você pode ativar e gerenciar JupyterLab extensões de terceiros. 
Você pode verificar as extensões já instaladas e pesquisar extensões 
digitando o nome na barra de pesquisa. Quando você encontrar a 
extensão que deseja instalar, escolha Instalar. Depois de instalar suas 
novas extensões, não se esqueça de reiniciar JupyterLab atualizando 
seu navegador.

Para obter mais informações, consulte a documentação JupyterLab de 
extensões.

Painel de navegação esquerdo

O conteúdo do painel de navegação esquerdo varia de acordo com o ícone selecionado na barra 
lateral esquerda.

Por exemplo, escolher o ícone Início exibe o menu de navegação. Escolher Navegador de arquivos
lista todos os arquivos e diretórios disponíveis em seu espaço de trabalho (cadernos, experimentos, 
fluxos de dados, testes, componentes de teste, endpoints ou soluções de baixo código).

No menu de navegação, escolher um nó exibe a página de atributo correspondente na área de 
trabalho principal. Por exemplo, escolher Data Wrangler no menu Dados abre a aba Data Wrangler
listando todos os fluxos existentes.
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Área de trabalho principal

A área de trabalho principal consiste em várias abas que contêm seus cadernos e terminais abertos, 
além de informações detalhadas sobre seus experimentos e endpoints. Na área de trabalho 
principal, você pode organizar documentos (como cadernos e arquivos de texto) e outras atividades 
(como terminais e consoles de código) em painéis de abas que podem ser redimensionados ou 
subdivididos. Arraste uma aba para o centro de um painel de abas para mover a aba para o painel. 
Subdivida um painel de abas arrastando uma aba para a esquerda, direita, parte superior ou inferior 
do painel. A aba da atividade atual é marcada com uma borda superior colorida (azul por padrão).

Note

Todas as páginas de atributos fornecem ajuda contextual no produto. Para acessar a 
ajuda, escolha Mostrar informações. A interface de ajuda fornece uma breve introdução à 
ferramenta e links para recursos adicionais, como vídeos, tutoriais ou blogs.

Inicie o Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Depois de se conectar a um SageMaker domínio da Amazon, você pode iniciar um aplicativo 
Amazon SageMaker Studio Classic a partir do SageMaker console ou do. AWS CLI Para obter 
mais informações sobre a integração em um domínio, consulte Visão geral SageMaker do Amazon 
Domain.

Tópicos

• Inicie o Studio Classic usando o Amazon SageMaker Console

• Inicie o Studio Classic usando o AWS CLI
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Inicie o Studio Classic usando o Amazon SageMaker Console

O processo para navegar até o Studio Classic a partir do Amazon SageMaker Console difere 
dependendo se o Studio Classic ou o Amazon SageMaker Studio estão definidos como a experiência 
padrão para seu domínio. Para obter mais informações sobre como configurar a experiência padrão 
para seu domínio, consulteMigração do Amazon SageMaker Studio Classic.

Tópicos

• Pré-requisito

Pré-requisito

Para concluir esse procedimento, você deve se conectar a um domínio seguindo as etapas em 
Integrar ao domínio da Amazon SageMaker .

Inicie o Studio Classic se o Studio for sua experiência padrão

1. Navegue até o Studio seguindo as etapas emInicie o Amazon SageMaker Studio.

2. Na interface do usuário do Studio, encontre o painel de aplicativos no lado esquerdo.

3. No painel de aplicativos, selecione Studio Classic.

4. Na página inicial do Studio Classic, selecione a instância do Studio Classic a ser aberta.

5. Escolha “Abrir”.

Inicie o Studio Classic usando o AWS CLI

Você pode usar o AWS Command Line Interface (AWS CLI) para iniciar o Amazon SageMaker 
Studio Classic criando uma URL de domínio pré-assinada.

Pré-requisitos

Antes de começar, conclua os pré-requisitos a seguir:

• Faça a integração com o Amazon SageMaker Domain. Para obter mais informações, consulte
Onboard to Amazon SageMaker Domain.

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS CLI atual.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.
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O trecho de código a seguir demonstra como iniciar o Amazon SageMaker Studio Classic AWS CLI 
usando uma URL de domínio pré-assinada. Para obter mais informações, consulte create-presigned-
domain-url.

aws sagemaker create-presigned-domain-url \
--region region \
--domain-id domain-id \
--space-name space-name \
--user-profile-name user-profile-name \
--session-expiration-duration-in-seconds 43200

JupyterLab Controle de versão

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

A interface do Amazon SageMaker Studio Classic é baseada em JupyterLab, que é um ambiente 
de desenvolvimento interativo baseado na web para notebooks, códigos e dados. O Studio Classic 
agora suporta o uso de JupyterLab 1 e JupyterLab 3. A versão padrão do JupyterLab Studio Classic 
é JupyterLab 3. Se você criou seu SageMaker domínio e perfil de usuário da Amazon usando AWS 
Management Console antes de 31/08/2022 ou usando AWS Command Line Interface antes de 
22/02/23, sua instância do Studio Classic assume como padrão 1. JupyterLab Depois de 31/08/2022, 
a versão JupyterLab 1 no Amazon SageMaker Studio Classic só receberá correções de segurança. 
Você pode escolher a versão que deseja executar. No entanto, você pode executar somente uma 
única instância de JupyterLab cada vez por perfil de usuário. Você não pode executar várias versões 
do JupyterLab simultaneamente.

Depois de 31/03/23, o Studio Classic suporta apenas a criação de 3 aplicativos. JupyterLab Depois 
dessa data, o Studio Classic deixa de oferecer suporte à criação de JupyterLab 1 aplicativo. Em 
30/04/2023, o Studio Classic remove todos os aplicativos existentes que executam 1. JupyterLab 
Atualize seus aplicativos JupyterLab 1 existentes para JupyterLab 3 antes de 30/04/2023 seguindo 
as etapas em. Visualize e atualize a JupyterLab versão de um aplicativo a partir do console

Tópicos
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• JupyterLab 3

• Restringindo a JupyterLab versão padrão usando uma chave de condição de política do IAM

• Definindo uma JupyterLab versão padrão

• Visualize e atualize a JupyterLab versão de um aplicativo a partir do console

• Instalação JupyterLab e extensões do Jupyter Server

JupyterLab 3

JupyterLab 3 inclui os seguintes recursos que não estão disponíveis nas versões anteriores. Para 
obter mais informações sobre esses recursos, consulte Lançamento da JupyterLab versão 3.0! .

• Depurador visual ao usar os kernels Base Python 2.0 e Data Science 2.0.

• Filtro de navegador de arquivos

• Índice

• Suporte a vários idiomas

• Modo simples

• Modo de interface única

Mudanças importantes em JupyterLab 3

Considere o seguinte ao usar JupyterLab 3:

• Ao definir a JupyterLab versão usando oAWS CLI, selecione a imagem correspondente para sua 
região e JupyterLab versão na lista de imagens emA partir da AWS CLI.

• Em JupyterLab 3, você deve ativar o ambiente studio conda antes de instalar as extensões. Para 
ter mais informações, consulte Instalação JupyterLab e extensões do Jupyter Server.

• O Debugger só é aceito quando as imagens a seguir são usadas:

• Base Python 2.0

• Data Science 2.0

• Base Python 3.0

• Data Science 3.0
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Restringindo a JupyterLab versão padrão usando uma chave de condição de política 
do IAM

Você pode usar as chaves de condição da política do IAM para restringir a versão JupyterLab que 
seus usuários podem iniciar.

A política a seguir mostra como limitar a JupyterLab versão no nível do domínio.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Block users from creating JupyterLab 3 apps at the domain level", 
            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateDomain", 
                "sagemaker:UpdateDomain" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringLike": { 
                    "sagemaker:ImageArns": "*image/jupyter-server-3" 
                } 
            } 
        } 
    ]
}

A política a seguir mostra como limitar a JupyterLab versão no nível do perfil do usuário.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Block users from creating JupyterLab 3 apps at the user profile 
 level", 
            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateUserProfile", 
                "sagemaker:UpdateUserProfile" 
            ], 
            "Resource": "*", 
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            "Condition": { 
                "ForAnyValue:StringLike": { 
                    "sagemaker:ImageArns": "*image/jupyter-server-3" 
                } 
            } 
        } 
    ]
}

A política a seguir mostra como limitar a JupyterLab versão no nível do aplicativo. A solicitação
CreateApp deve incluir o ARN da imagem para que essa política seja aplicada.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Block users from creating JupyterLab 3 apps at the application 
 level", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateApp", 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringLike": { 
                    "sagemaker:ImageArns": "*image/jupyter-server-3" 
                } 
            } 
        } 
    ]
}

Definindo uma JupyterLab versão padrão

As seções a seguir mostram como definir uma JupyterLab versão padrão para o Studio Classic 
usando o console ou AWS CLI o. 

No console do

Você pode selecionar a JupyterLab versão padrão para usar no nível do domínio ou do perfil do 
usuário durante a criação do recurso. Para definir a JupyterLab versão padrão usando o console, 
consulteVisão geral SageMaker do Amazon Domain. 
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A partir da AWS CLI

Você pode selecionar a JupyterLab versão padrão a ser usada no nível do domínio ou do perfil do 
usuário usando AWS CLI o. 

Para definir a JupyterLab versão padrão usando oAWS CLI, você deve incluir o ARN da JupyterLab 
versão padrão desejada como parte de um AWS CLI comando. Esse ARN difere com base na 
versão e na região do SageMaker domínio. 

A tabela a seguir lista os ARNs das JupyterLab versões disponíveis para cada região:

Região JL1 JL3

us-east-1 arn:aws:sagemaker:us-east-1 
:081325390199:image/jupyter 
-server

arn:aws:sagemaker:us-east-1 
:081325390199:image/jupyter-
server-3

us-east-2 arn:aws:sagemaker:us-east-2 
:429704687514:image/jupyter 
-server

arn:aws:sagemaker:us-east-2 
:429704687514:image/jupyter-
server-3

us-west-1 arn:aws:sagemaker:us-west-1 
:742091327244:image/jupyter 
-server

arn:aws:sagemaker:us-west-1 
:742091327244:image/jupyter-
server-3

us-west-2 arn:aws:sagemaker:us-west-2 
:236514542706:image/jupyter 
-server

arn:aws:sagemaker:us-west-2 
:236514542706:image/jupyter-
server-3

af-south-1 arn:aws:sagemaker:af-south- 
1:559312083959:image/jupyte 
r-server

arn:aws:sagemaker:af-south- 
1:559312083959:image/jupyte 
r-server-3

ap-east-1 arn:aws:sagemaker:ap-east-1 
:493642496378:image/jupyter 
-server

arn:aws:sagemaker:ap-east-1 
:493642496378:image/jupyter-
server-3

ap-south-1 arn:aws:sagemaker:ap-south- 
1:394103062818:image/jupyte 
r-server

arn:aws:sagemaker:ap-south- 
1:394103062818:image/jupyte 
r-server-3
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ap-northeast-2 arn:aws:sagemaker:ap-northe 
ast-2:806072073708:image/ju 
pyter-server

arn:aws:sagemaker:ap-northe 
ast-2:806072073708:image/ju 
pyter-server-3

ap-southeast-1 arn:aws:sagemaker:ap-southe 
ast-1:492261229750:image/ju 
pyter-server

arn:aws:sagemaker:ap-southe 
ast-1:492261229750:image/ju 
pyter-server-3

ap-southeast-2 arn:aws:sagemaker:ap-southe 
ast-2:452832661640:image/ju 
pyter-server

arn:aws:sagemaker:ap-southe 
ast-2:452832661640:image/ju 
pyter-server-3

ap-northeast-1 arn:aws:sagemaker:ap-northe 
ast-1:102112518831:image/ju 
pyter-server

arn:aws:sagemaker:ap-northe 
ast-1:102112518831:image/ju 
pyter-server-3

ca-central-1 arn:aws:sagemaker:ca-centra 
l-1:310906938811:image/jupy 
ter-server

arn:aws:sagemaker:ca-centra 
l-1:310906938811:image/jupy 
ter-server-3

eu-central-1 arn:aws:sagemaker:eu-centra 
l-1:936697816551:image/jupy 
ter-server

arn:aws:sagemaker:eu-centra 
l-1:936697816551:image/jupy 
ter-server-3

eu-west-1 arn:aws:sagemaker:eu-west-1 
:470317259841:image/jupyter 
-server

arn:aws:sagemaker:eu-west-1 
:470317259841:image/jupyter-
server-3

eu-west-2 arn:aws:sagemaker:eu-west-2 
:712779665605:image/jupyter 
-server

arn:aws:sagemaker:eu-west-2 
:712779665605:image/jupyter-
server-3

eu-west-3 arn:aws:sagemaker:eu-west-3 
:615547856133:image/jupyter 
-server

arn:aws:sagemaker:eu-west-3 
:615547856133:image/jupyter-
server-3

eu-north-1 arn:aws:sagemaker:eu-north- 
1:243637512696:image/jupyte 
r-server

arn:aws:sagemaker:eu-north- 
1:243637512696:image/jupyte 
r-server-3
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eu-south-1 arn:aws:sagemaker:eu-south- 
1:592751261982:image/jupyte 
r-server

arn:aws:sagemaker:eu-south- 
1:592751261982:image/jupyte 
r-server-3

sa-east-1 arn:aws:sagemaker:sa-east-1 
:782484402741:image/jupyter 
-server

arn:aws:sagemaker:sa-east-1 
:782484402741:image/jupyter-
server-3

cn-north-1 arn:aws-cn:sagemaker:cn-nor 
th-1:390048526115:image/jup 
yter-server

arn:aws-cn:sagemaker:cn-nor 
th-1:390048526115:image/jup 
yter-server-3

cn-northwest-1 arn:aws-cn:sagemaker:cn-
northwest-1:390780980 
154:image/jupyter-server

arn:aws-cn:sagemaker:cn-
northwest-1:390780980 
154:image/jupyter-server-3

Criar ou atualizar o domínio

Você pode definir uma JupyterServer versão padrão no nível do 
domínio invocando CreateDomainou UpdateDomainpassando o
UserSettings.JupyterServerAppSettings.DefaultResourceSpec.SageMakerImageArn
campo.

Veja a seguir como criar um domínio com JupyterLab 3 como padrão, usando oAWS CLI:

aws --region <REGION> \
sagemaker create-domain \
--domain-name <NEW_DOMAIN_NAME> \
--auth-mode <AUTHENTICATION_MODE> \
--subnet-ids <SUBNET-IDS> \
--vpc-id <VPC-ID> \
--default-user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:image/jupyter-
server-3", 
      "InstanceType": "system" 
    } 
  }
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}'

Veja a seguir como atualizar um domínio para usar JupyterLab 3 como padrão, usando oAWS CLI:

aws --region <REGION> \
sagemaker update-domain \
--domain-id <YOUR_DOMAIN_ID> \
--default-user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:image/jupyter-
server-3", 
      "InstanceType": "system" 
    } 
  }
}'

Criar ou atualizar o perfil do usuário

Você pode definir uma JupyterServer versão padrão no nível do perfil do 
usuário invocando CreateUserProfileou UpdateUserProfilepassando o
UserSettings.JupyterServerAppSettings.DefaultResourceSpec.SageMakerImageArn
campo.

Veja a seguir como criar um perfil de usuário com JupyterLab 3 como padrão em um domínio 
existente, usando oAWS CLI:

aws --region <REGION> \
sagemaker create-user-profile \
--domain-id <YOUR_DOMAIN_ID> \
--user-profile-name <NEW_USERPROFILE_NAME> \
--query UserProfileArn --output text \
--user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:image/jupyter-
server-3", 
      "InstanceType": "system" 
    } 
  }
}'
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Veja a seguir como atualizar um perfil de usuário para usar JupyterLab 3 como padrão, usando 
oAWS CLI:

aws --region <REGION> \
sagemaker update-user-profile \ 
 --domain-id <YOUR_DOMAIN_ID> \ 
 --user-profile-name <EXISTING_USERPROFILE_NAME> \
--user-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:image/jupyter-
server-3", 
      "InstanceType": "system" 
    } 
  }
}'

Visualize e atualize a JupyterLab versão de um aplicativo a partir do console

Veja a seguir como visualizar e atualizar a JupyterLab versão de um aplicativo.

1. Navegue até a página SageMaker Domínios.

2. Selecione um domínio para ver seus perfis de usuário.

3. Selecione um usuário para ver suas aplicações.

4. Para visualizar a JupyterLab versão de um aplicativo, selecione o nome do aplicativo.

5. Para atualizar a JupyterLab versão, selecione Ação.

6. No menu suspenso, selecione  JupyterLab Alterar versão.

7. Na página de configurações do Studio Classic, selecione a JupyterLab versão no menu 
suspenso.

8. Depois que a JupyterLab versão do perfil do usuário for atualizada com êxito, reinicie o 
JupyterServer aplicativo para que as alterações de versão sejam efetivas. Para obter mais 
informações sobre como reiniciar um JupyterServer aplicativo, consulteDesligue e atualize o 
SageMaker Studio Classic.

Instalação JupyterLab e extensões do Jupyter Server

O processo de instalação JupyterLab e as extensões do Jupyter Server variam de acordo com a 
JupyterLab versão da sua instância do Studio Classic. Em JupyterLab 1, você pode abrir o terminal 
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e instalar extensões sem ativar nenhum ambiente conda. Em JupyterLab 3, você deve ativar o 
ambiente studio conda antes de instalar as extensões. O método para isso é diferente se você 
estiver instalando as extensões no Studio Classic ou usando um script de configuração do ciclo de 
vida.

Instalando a extensão a partir do Studio Classic

Para instalar extensões a partir do Studio Classic, você deve ativar o studio ambiente antes de 
instalar as extensões.

# Before installing extensions
conda activate studio

# Install your extensions
pip install <JUPYTER_EXTENSION>

# After installing extensions
conda deactivate

Instalar extensões usando um script de configuração do ciclo de vida

Se você estiver instalando JupyterLab extensões do Jupyter Server em seu script de configuração de 
ciclo de vida, você deve modificar seu script para que ele funcione com 3. JupyterLab As seções a 
seguir mostram o código necessário para scripts de configuração de ciclo de vida novos e existentes.

Script de configuração do ciclo de vida existente

Se você estiver reutilizando um script de configuração de ciclo de vida existente que deve funcionar 
com as duas versões do JupyterLab, use o código a seguir em seu script:

# Before installing extension
export 
 AWS_SAGEMAKER_JUPYTERSERVER_IMAGE="${AWS_SAGEMAKER_JUPYTERSERVER_IMAGE:-'jupyter-
server'}"
if [ "$AWS_SAGEMAKER_JUPYTERSERVER_IMAGE" = "jupyter-server-3" ] ; then 
   eval "$(conda shell.bash hook)" 
   conda activate studio
fi;

# Install your extensions
pip install <JUPYTER_EXTENSION>
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# After installing extension
if [ "$AWS_SAGEMAKER_JUPYTERSERVER_IMAGE" = "jupyter-server-3" ]; then 
   conda deactivate
fi;

Novo script de configuração do ciclo de vida

Se você estiver escrevendo um novo script de configuração do ciclo de vida que usa apenas 
JupyterLab 3, você pode usar o seguinte código em seu script:

# Before installing extension
eval "$(conda shell.bash hook)"
conda activate studio

# Install your extensions
pip install <JUPYTER_EXTENSION>

conda deactivate

Use o Amazon SageMaker Studio Classic Launcher

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode usar o Amazon SageMaker Studio Classic Launcher para criar cadernos e arquivos de 
texto e para iniciar terminais e shells Python interativos.

Você pode abrir o Studio Classic Launcher de qualquer uma das seguintes formas:

• Escolha Amazon SageMaker Studio Classic no canto superior esquerdo da interface do Studio 
Classic.

• Use o atalho de teclado Ctrl + Shift + L.

Use o Studio Classic Launcher 402



Amazon SageMaker Guia do Desenvolvedor

• No menu Studio Classic, escolha Arquivo e, em seguida, escolha Novo inicializador.

• Se o navegador de SageMaker arquivos estiver aberto, escolha o sinal de adição (+) no menu do 
navegador de arquivos Studio Classic.

• Na seção Ações rápidas da aba Início, escolha Abrir o inicializador. O iniciador é aberto em uma 
nova aba. A seção Ações rápidas está visível por padrão, mas pode ser desativada. Escolha
Personalizar layout para ativar essa seção novamente.

O Launcher consiste nas duas seções a seguir:

Tópicos

• Cadernos e recursos computacionais

• Utilitários e arquivos

Cadernos e recursos computacionais

Nesta seção, você pode criar um caderno, abrir um terminal de imagem ou abrir um console de 
Python.
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Para criar ou iniciar um desses itens:

1. Escolha Alterar ambiente para selecionar uma SageMaker imagem, um kernel, um tipo de 
instância e, opcionalmente, adicionar um script de configuração do ciclo de vida que é executado 
na inicialização da imagem. Para obter mais informações sobre scripts de configuração do ciclo de 
vida, consulte Use configurações de ciclo de vida com o Amazon Studio Classic SageMaker . Para 
obter mais informações sobre atualizações de kernel, consulte Alterar uma imagem ou um kernel.

2. Selecione um item.

Note

Ao escolher um item desta seção, você pode incorrer em cobranças adicionais de uso. Para 
ter mais informações, consulte Medição do uso.

Os seguintes tipos estão disponíveis:

• Caderno

Inicia o notebook em uma sessão do kernel na SageMaker imagem escolhida.

Cria o caderno na pasta que você selecionou atualmente no navegador de arquivos. Para 
visualizar o navegador de arquivos, na barra lateral esquerda do Studio Classic, escolha o ícone
Navegador de arquivos.

• Console

Inicia o shell em uma sessão do kernel na SageMaker imagem escolhida.

Cria o shell na pasta que você selecionou atualmente no navegador de arquivos.

• Terminal de imagem

Inicia o terminal em uma sessão de terminal na SageMaker imagem escolhida.

Abre o terminal na pasta raiz para o usuário (conforme mostrado na pasta Início no navegador de 
arquivos).
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Note

Por padrão, as instâncias de CPU são iniciadas em uma instância ml.t3.medium, enquanto 
as instâncias de GPU são iniciadas em uma instância ml.g4dn.xlarge.

Utilitários e arquivos

Nesta seção, você pode adicionar ajuda contextual em um caderno, criar arquivos Python, Markdown 
e de texto, e abrir um terminal do sistema.

Note

Os itens desta seção são executados no contexto do Amazon SageMaker Studio Classic e 
não incorrem em taxas de uso.

Os seguintes tipos estão disponíveis:

• Mostrar ajuda contextual

Abre uma nova guia que exibe ajuda contextual para funções em um notebook Studio Classic. 
Para exibir a ajuda, escolha uma função em um caderno ativo. Para facilitar a visualização da 
ajuda no contexto, arraste a aba de ajuda para que fique adjacente à guia do caderno. Para abrir a 
aba de ajuda de dentro de um caderno, pressione Ctrl + I.

A captura de tela a seguir mostra a ajuda contextual do método Experiment.create.
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• Terminal do sistema

Abre um shell bash na pasta raiz para o usuário (conforme mostrado na pasta Início no navegador 
de arquivos).

• Arquivo de texto e arquivo Markdown

Cria um arquivo do tipo associado na pasta que você selecionou atualmente 
no navegador de arquivos. Para exibir o navegador de arquivos, na 
barra lateral à esquerda, escolha o ícone do navegador de arquivos

( ).
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Colaborar com espaços compartilhados

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Um espaço compartilhado do Amazon SageMaker Studio Classic consiste em um JupyterServer 
aplicativo e um diretório compartilhados. Todos os perfis de usuário em um Domínio têm acesso 
a todos os espaços compartilhados no Domínio. A Amazon define SageMaker automaticamente 
o escopo dos recursos em um espaço compartilhado dentro do contexto do aplicativo Amazon 
SageMaker Studio Classic que você executa nesse espaço compartilhado. Os recursos em um 
espaço compartilhado incluem blocos de anotações, arquivos, experimentos e modelos.

Um espaço compartilhado do Studio Classic só é compatível com o Studio Classic e KernelGateway 
os aplicativos. Um espaço compartilhado só suporta o uso de um Amazon Resource Name (ARN) de 
JupyterLab 3 imagens. Para ter mais informações, consulte JupyterLab Controle de versão.

A Amazon marca SageMaker automaticamente todos os SageMaker recursos que você cria dentro 
do escopo de um espaço compartilhado. Você pode usar essas tags para monitorar custos e planejar 
orçamentos usando ferramentas como AWS Budgets.

Um espaço compartilhado usa as mesmas configurações de VPC do Domínio em que foi criado.

Note

Espaços compartilhados não suportam o uso de clusters entre contas do Amazon 
SageMaker Data Wrangler ou do Amazon EMR.

Marcação automática

Todos os recursos criados em um espaço compartilhado são automaticamente marcados com uma 
tag ARN de Domínio e uma tag ARN de espaço compartilhado. A tag ARN do Domínio é baseada 
na ID do Domínio, enquanto a tag ARN do espaço compartilhado é baseada no nome do espaço 
compartilhado. 
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Você pode usar essas tags para monitorar o uso do AWS CloudTrail. Para obter mais informações, 
consulte Registrar chamadas de SageMaker API da Amazon com AWS CloudTrail.

Você também pode usar essas tags para monitorar custos com o AWS Billing and Cost 
Management. Para obter mais informações, consulte Usar tags de alocação de custos da AWS.

Coedição de blocos de anotações em tempo real

Um dos principais benefícios de um espaço compartilhado é que ele facilita a colaboração entre 
os membros do espaço compartilhado em tempo real. Os usuários que colaboram em um espaço 
de trabalho têm acesso a um aplicativo compartilhado do Studio Classic, onde podem acessar, 
ler e editar seus cadernos em tempo real. A colaboração em tempo real só é suportada para 
JupyterServer aplicativos dentro de um espaço compartilhado.

Usuários com acesso a um espaço compartilhado podem simultaneamente abrir, visualizar, editar e 
executar cadernos Jupyter no aplicativo Studio Classic compartilhado nesse espaço.

O bloco de anotações indica cada usuário de coedição com um cursor diferente que mostra o nome 
do perfil do usuário. Embora vários usuários possam ver o mesmo bloco de anotações, a coedição é 
mais adequada para pequenos grupos de dois a cinco usuários.

Para monitorar as alterações feitas por vários usuários, é altamente recomendável usar o controle de 
versão integrado baseado em Git do Studio Classic.

JupyterServer 2

Para usar espaços compartilhados, o Jupyter Server versão 2 é obrigatório. Certas JupyterLab 
extensões e pacotes podem fazer o downgrade forçado do Jupyter Server para a versão 1. Isso 
impede o uso do espaço compartilhado. Execute o seguinte no prompt de comando para alterar o 
número da versão e continuar usando espaços compartilhados.

conda activate studio
pip install jupyter-server==2.0.0rc3

Personalize um espaço compartilhado

Para anexar uma configuração de ciclo de vida ou imagem personalizada a um espaço 
compartilhado, você deve usar a AWS CLI. Para obter mais informações sobre como criar e anexar 
configurações de ciclo de vida, consulte Criar e associar uma configuração de ciclo de vida. Para 
obter mais informações sobre como criar e anexar imagens personalizadas, consulte Traga sua 
própria SageMaker imagem.
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Criar um espaço compartilhado

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O tópico a seguir demonstra como criar um espaço compartilhado do Amazon SageMaker Studio 
Classic em um SageMaker domínio da Amazon existente. Se você criou seu Domínio sem suporte 
para espaços compartilhados, você deve adicionar suporte para espaços compartilhados ao seu 
Domínio existente antes de criar um espaço compartilhado.

Tópicos

• Adicionar suporte de espaço compartilhado a um Domínio existente

• Criar um espaço compartilhado

Adicionar suporte de espaço compartilhado a um Domínio existente

Você pode usar o SageMaker console ou o AWS CLI para adicionar suporte para espaços 
compartilhados a um domínio existente.

Console

Conclua o procedimento a seguir para adicionar suporte para espaços compartilhados a um domínio 
existente a partir do SageMaker console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio para o qual você deseja abrir a página de
Configurações de Domínio.

5. Na página Detalhes do Domínio, escolha a guia Configurações do Domínio.

6. Selecione a opção Editar.

Colaborar com espaços compartilhados 409

https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guia do Desenvolvedor

7. Para a Função de execução padrão de espaço, defina um perfil do IAM que seja usado por 
padrão para todos os espaços compartilhados criados no Domínio.

8. Escolha Próximo.

9. Escolha Próximo.

10. Escolha Próximo.

11. Selecione Enviar.

AWS CLI

Execute o comando a seguir no terminal da sua máquina local para adicionar configurações 
padrão de espaço compartilhado a um Domínio a partir da AWS CLI. Se você estiver adicionando 
configurações padrão de espaço compartilhado a um domínio dentro de uma Amazon VPC, você 
também deve incluir uma lista de grupos de segurança. Os espaços compartilhados suportam 
apenas o uso de 3 ARNs de JupyterLab imagem. Para ter mais informações, consulte JupyterLab 
Controle de versão.

# Public Internet domain
aws --region region \
sagemaker update-domain \
--domain-id domain-id \
--default-space-settings "ExecutionRole=execution-role-
arn,JupyterServerAppSettings={DefaultResourceSpec={InstanceType=system,SageMakerImageArn=sagemaker-
image-arn}}"

# VPCOnly domain
aws --region region \
sagemaker update-domain \
--domain-id domain-id \
--default-space-settings "ExecutionRole=execution-role-
arn,JupyterServerAppSettings={DefaultResourceSpec={InstanceType=system,SageMakerImageArn=sagemaker-
image-arn}},SecurityGroups=[security-groups]"

Verifique se as configurações padrão de espaço compartilhado foram atualizadas.

aws --region region \
sagemaker describe-domain \
--domain-id domain-id
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Criar um espaço compartilhado

As seções a seguir demonstram como criar um espaço compartilhado a partir do SageMaker console 
da Amazon, do Amazon SageMaker Studio ou doAWS CLI.

Crie a partir do Studio

Conclua o procedimento a seguir para criar um espaço compartilhado em um domínio a partir do 
Studio.

1. Navegue até o Studio seguindo as etapas emInicie o Amazon SageMaker Studio.

2. Na interface do usuário do Studio, encontre o painel de aplicativos no lado esquerdo.

3. No painel de aplicativos, selecione Studio Classic.

4. Escolha o espaço Create Studio Classic

5. Na janela pop-up, insira um nome para o espaço.

6. Escolha Criar espaço.

Criar a partir do console

Conclua o procedimento a seguir para criar um espaço compartilhado em um domínio a partir do 
SageMaker console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio para o qual você quer criar um espaço compartilhado.

5. Na página de Detalhes do Domínio, escolha a aba Gerenciamento de espaço.

6. Escolha Criar.

7. Insira um nome para seu espaço compartilhado. Os nomes de espaços compartilhados em um 
Domínio devem ser exclusivos. A função de execução do espaço compartilhado é definida como 
a função de execução do IAM do Domínio.

Criar a partir da AWS CLI

Esta seção mostra como criar um espaço compartilhado a partir da AWS CLI.
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Você não pode definir a função de execução de um espaço compartilhado ao criá-lo ou atualizá-
lo. Só DefaultDomainExecRole pode ser definido ao criar ou atualizar o domínio. Os espaços 
compartilhados suportam apenas o uso de JupyterLab 3 ARNs de imagem. Para ter mais 
informações, consulte JupyterLab Controle de versão.

Para criar um espaço compartilhado a partir da AWS CLI, execute o comando a seguir no terminal da 
máquina local.

aws --region region \
sagemaker create-space \
--domain-id domain-id \
--space-name space-name \
--space-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "sagemaker-image-arn", 
      "InstanceType": "system" 
    } 
  }
}'

Listar e descrever espaços compartilhados

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Este guia mostra como acessar uma lista de espaços compartilhados do Amazon SageMaker 
Studio Classic em um SageMaker domínio da Amazon com o SageMaker console da Amazon, o 
Amazon SageMaker Studio ou AWS CLI o. Também mostra como visualizar detalhes de um espaço 
compartilhado a partir da AWS CLI.

Tópicos

• Listar espaços compartilhados
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• Visualizar detalhes do espaço compartilhado

Listar espaços compartilhados

O tópico a seguir descreve como visualizar uma lista de espaços compartilhados em um domínio a 
partir do SageMaker console ou doAWS CLI.

Listar espaços compartilhados do Studio

Conclua o procedimento a seguir para ver uma lista dos espaços compartilhados em um domínio do 
Studio.

1. Navegue até o Studio seguindo as etapas emInicie o Amazon SageMaker Studio.

2. Na interface do usuário do Studio, encontre o painel de aplicativos no lado esquerdo.

3. No painel de aplicativos, selecione Studio Classic. Esta página lista todos os espaços do Studio 
Classic no domínio ao qual você tem acesso.

Listar espaços compartilhados a partir do console

Conclua o procedimento a seguir para ver uma lista dos espaços compartilhados em um domínio a 
partir do SageMaker console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio cuja lista de espaços compartilhados você deseja 
visualizar.

5. Na página de Detalhes do Domínio, escolha a aba Gerenciamento de espaço.

Listar espaços compartilhados a partir da AWS CLI

Para listar um espaço compartilhado em um Domínio a partir da AWS CLI, execute o comando a 
seguir no terminal da máquina local.

aws --region region \
sagemaker list-spaces \
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--domain-id domain-id

Visualizar detalhes do espaço compartilhado

A seção a seguir descreve como visualizar detalhes do espaço compartilhado no SageMaker 
console, no Studio ou noAWS CLI.

Veja os detalhes dos espaços compartilhados do Studio

Conclua o procedimento a seguir para visualizar os detalhes de espaços compartilhados em um 
domínio do Studio.

1. Navegue até o Studio seguindo as etapas emInicie o Amazon SageMaker Studio.

2. Na interface do usuário do Studio, encontre o painel de aplicativos no lado esquerdo.

3. No painel de aplicativos, selecione Studio Classic. Esta página lista todos os espaços do Studio 
Classic no domínio ao qual você tem acesso.

4. Selecione o nome do espaço sobre o qual você deseja ver mais detalhes.

Visualizar detalhes do espaço compartilhado a partir do console

Você pode visualizar os detalhes de um espaço compartilhado no SageMaker console usando o 
procedimento a seguir.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio cuja lista de espaços compartilhados você deseja 
visualizar.

5. Na página de Detalhes do Domínio, escolha a aba Gerenciamento de espaço.

6. Selecione o nome do espaço para abrir uma nova página que lista os detalhes sobre o espaço 
compartilhado.

Visualizar detalhes do espaço compartilhado a partir da AWS CLI

Para visualizar um espaço compartilhado a partir da AWS CLI, execute o comando a seguir no 
terminal da máquina local.
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aws --region region \
sagemaker describe-space \
--domain-id domain-id \
--space-name space-name

Editar um espaço compartilhado

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você só pode editar os detalhes de um espaço compartilhado do Amazon SageMaker Studio Classic 
usando AWS CLI o. No momento, isso não é compatível com o SageMaker console da Amazon. 
Você só pode atualizar os atributos do espaço de trabalho quando não há aplicativos em execução 
no espaço compartilhado. 

Para editar os detalhes de um espaço compartilhado a partir doAWS CLI, execute o seguinte 
comando no terminal da sua máquina local. Os espaços compartilhados suportam apenas o uso de 
JupyterLab 3 ARNs de imagem. Para ter mais informações, consulte JupyterLab Controle de versão.

aws --region region \
sagemaker update-space \
--domain-id domain-id \
--space-name space-name \
--query SpaceArn --output text \
--space-settings '{ 
  "JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
      "SageMakerImageArn": "sagemaker-image-arn", 
      "InstanceType": "system" 
    } 
  }
}'
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Excluir um espaço compartilhado

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O tópico a seguir mostra como excluir um espaço compartilhado do Amazon SageMaker Studio 
Classic do SageMaker console da Amazon ouAWS CLI. Um espaço compartilhado só pode ser 
excluído se não tiver aplicativos em execução.

Tópicos

• Console

• AWS CLI

Console

Conclua o procedimento a seguir para excluir um espaço compartilhado no SageMaker domínio da 
Amazon do SageMaker console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio para o qual você quer criar um espaço compartilhado.

5. Na página de Detalhes do Domínio, escolha a aba Gerenciamento de espaço.

6. Selecione o espaço compartilhado que você deseja excluir. O espaço compartilhado não deve 
conter nenhum aplicativo que não tenha falhado.

7. Escolha Excluir. Essa ação abre uma nova janela.

8. Escolha Sim, excluir espaço.

9. Digite Excluir no campo.

10. Escolha Excluir espaço.
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AWS CLI

Para excluir um espaço compartilhado a partir da AWS CLI, execute o comando a seguir no terminal 
da máquina local.

aws --region region \
sagemaker delete-space \
--domain-id domain-id \
--space-name space-name

Use notebooks Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Os notebooks Amazon SageMaker Studio Classic são notebooks colaborativos que você pode iniciar 
rapidamente porque não precisa configurar instâncias computacionais e armazenamento de arquivos 
com antecedência. Um conjunto de tipos de instância, conhecidos como tipos de inicialização rápida
são projetados para iniciar em menos de dois minutos. Os notebooks Studio Classic fornecem 
armazenamento persistente, o que permite que você visualize e compartilhe notebooks mesmo que 
as instâncias em que os notebooks sejam executados estejam desligadas.

É possível compartilhar os cadernos com outras pessoas na organização, para que elas possam 
reproduzir facilmente os resultados e colaborar ao criarem modelos e explorarem os dados. Você 
fornece acesso a uma cópia somente leitura do bloco de anotações por meio de um URL seguro. As 
dependências do seu bloco de anotações estão incluídas nos metadados do bloco de anotações. 
Quando seus colegas copiam o bloco de anotações, ele é aberto no mesmo ambiente do bloco de 
anotações original.

Um notebook Studio Classic é executado em um ambiente definido pelo seguinte:

• Tipo de instância do Amazon EC2: a configuração de hardware em que o caderno é executado. A 
configuração inclui o número e o tipo de processadores (vCPU e GPU) e a quantidade e o tipo de 
memória. O tipo de instância determina a taxa da definição de preço.
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• SageMaker image — Uma imagem de contêiner compatível com o SageMaker Studio Classic. A 
imagem consiste nos kernels, pacotes de idiomas e outros arquivos necessários para executar 
um notebook no Studio Classic. Pode haver várias imagens em uma instância. Para ter mais 
informações, consulte Traga sua própria SageMaker imagem.

• KernelGateway aplicativo — Uma SageMaker imagem é executada como um KernelGateway 
aplicativo. O aplicativo fornece acesso aos kernels na imagem. Há uma one-to-one 
correspondência entre uma SageMaker imagem e um KernelGateway aplicativo.

• Kernel: o processo que inspeciona e executa o código contido no caderno. Um kernel é definido 
por uma especificação de kernel na imagem. Pode haver vários kernels em uma imagem.

Você pode alterar qualquer um desses recursos dentro do bloco de anotações.

O diagrama a seguir descreve como o kernel de um notebook é executado em relação ao 
KernelGateway aplicativo, ao usuário e ao domínio.
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Os notebooks Sample SageMaker Studio Classic estão disponíveis na pasta aws_sagemaker_studio
do repositório de exemplos da Amazon. SageMaker GitHub  Cada notebook vem com a SageMaker 
imagem necessária que abre o notebook com o kernel apropriado.

Recomendamos que você se familiarize com a interface do SageMaker Studio Classic e com a barra 
de ferramentas do notebook Studio Classic antes de criar ou usar um notebook Studio Classic. Para 
obter mais informações, consulte Use a barra de ferramentas do notebook Studio Classic e Visão 
geral da interface do usuário do Amazon SageMaker Studio Classic.

Tópicos

• Como os notebooks Amazon SageMaker Studio Classic são diferentes das instâncias de 
notebooks?

• Conceitos básicos

• Tour clássico do Amazon SageMaker Studio

• Crie ou abra um notebook Amazon SageMaker Studio Classic

• Use a barra de ferramentas do notebook Studio Classic

• Instale bibliotecas e kernels externos no Amazon Studio Classic SageMaker

• Compartilhe e use um notebook Amazon SageMaker Studio Classic

• Obtenha metadados do notebook e do aplicativo Studio Classic

• Conheça as diferenças do caderno

• Gerenciar recursos

• Medição do uso

• Recursos disponíveis

Como os notebooks Amazon SageMaker Studio Classic são diferentes das instâncias 
de notebooks?

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.
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Ao iniciar um novo notebook, recomendamos que você crie o notebook no Amazon SageMaker 
Studio Classic em vez de iniciar uma instância de notebook a partir do SageMaker console da 
Amazon. Há muitos benefícios em usar um notebook Studio Classic, incluindo os seguintes:

• Mais rápido: iniciar um notebook Studio Classic é mais rápido do que iniciar um notebook baseado 
em instâncias. Normalmente, é de 5 a 10 vezes mais rápido do que os cadernos baseados em 
instância.

• Fácil compartilhamento do notebook: o compartilhamento do notebook é um recurso integrado 
no Studio Classic. Os usuários podem gerar um link compartilhável que reproduz o código do 
notebook e também a SageMaker imagem necessária para executá-lo, em apenas alguns cliques.

• SDK mais recente para Python: os notebooks Studio Classic vêm pré-instalados com o SDK mais 
recente do Amazon Python. SageMaker

• Acesse todos os recursos do Studio Classic: os notebooks Studio Classic são acessados de dentro 
do Studio Classic. Isso permite que você crie, treine, depure, rastreie e monitore seus modelos 
sem sair do Studio Classic.

• Diretórios de usuários persistentes: cada membro de uma equipe do Studio recebe seu 
próprio diretório base para armazenar seus cadernos e outros arquivos. O diretório é montado 
automaticamente em todas as instâncias e kernels conforme são iniciados, para que seus 
cadernos e outros arquivos estejam sempre disponíveis. Os diretórios base são armazenados no 
Amazon Elastic File System (Amazon EFS) para que você possa acessá-los de outros serviços.

• Acesso direto: ao usar o IAM Identity Center, você usa suas credenciais do IAM Identity Center por 
meio de um URL exclusivo para acessar diretamente o Studio Classic. Você não precisa interagir 
com o AWS Management Console para executar seus cadernos.

• Imagens otimizadas: os notebooks Studio Classic são equipados com um conjunto de 
configurações de SageMaker imagem predefinidas para você começar mais rápido.

Note

Os notebooks Studio Classic não oferecem suporte ao modo local. No entanto, você pode 
usar uma instância de notebook para treinar uma amostra do seu conjunto de dados 
localmente e, em seguida, usar o mesmo código em um notebook Studio Classic para treinar 
no conjunto de dados completo.

Quando você abre um notebook no SageMaker Studio Classic, a visualização é uma extensão da 
JupyterLab interface. Os recursos principais são os mesmos, então você encontrará os recursos 
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típicos de um notebook Jupyter e. JupyterLab Para obter mais informações sobre a interface do 
Studio Classic, consulteVisão geral da interface do usuário do Amazon SageMaker Studio Classic.

Conceitos básicos

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Para começar, você ou o administrador da sua organização precisam concluir o processo de 
integração do SageMaker domínio. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

Você pode acessar um notebook Studio Classic de qualquer uma das seguintes formas:

• Você recebe um convite por e-mail para acessar o Studio Classic por meio do IAM Identity Center 
da sua organização, que inclui um link direto para fazer login no Studio Classic sem precisar usar o 
SageMaker console da Amazon. Você pode prosseguir para the section called “Próximos Passos”.

• Você recebe um link para um notebook compartilhado do Studio Classic, que inclui um link direto 
para fazer login no Studio Classic sem precisar usar o SageMaker console. Você pode prosseguir 
para the section called “Próximos Passos”.

• Você se integra a um domínio e, em seguida, faz login no SageMaker console. Para ter mais 
informações, consulte Visão geral SageMaker do Amazon Domain.

Lance a Amazon SageMaker

Conclua as etapas Inicie o Amazon SageMaker Studio Classic para iniciar o Studio Classic.

Próximos Passos

Agora que você está no Studio Classic, você pode tentar qualquer uma das seguintes opções:

• Para criar um caderno Studio Classic ou explorar os cadernos end-to-end tutoriais do Studio 
Classic, consulte Tour clássico do Amazon SageMaker Studio na próxima seção.
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• Para se familiarizar com a interface do Studio Classic, consulte Visão geral da interface do usuário 
do Amazon SageMaker Studio Classic ou experimente o caderno de introdução selecionando Abrir 
o caderno de introdução na seção Ações rápidas da página inicial do Studio Classic.

Tour clássico do Amazon SageMaker Studio

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Para ver um passo a passo que leva você a um tour pelos principais recursos do Amazon 
SageMaker Studio Classic, consulte o caderno de amostra xgboost_customer_churn_studio.ipynb
do repositório aws/. amazon-sagemaker-examples GitHub O código no notebook treina vários 
modelos e configura o SageMaker Debugger e SageMaker o Model Monitor. O passo a passo mostra 
como visualizar os testes, comparar os modelos resultantes, mostrar os resultados do depurador e 
implantar o melhor modelo usando a interface do Studio Classic. Não é necessário entender o código 
para seguir esta demonstração.

Pré-requisitos

Para executar o caderno neste tour, é necessário:

• Uma conta do IAM ou fazer login no Studio. Para obter mais informações, consulte Visão geral 
SageMaker do Amazon Domain.

• Familiaridade básica com a interface de usuário do Studio e com cadernos Jupyter. Para obter 
mais informações, consulte Visão geral da interface do usuário do Amazon SageMaker Studio 
Classic.

• Uma cópia do amazon-sagemaker-examples repositório aws/ em seu ambiente Studio.

Como clonar o repositório

1. Inicie o Studio Classic seguindo as etapas em Inicie o Amazon SageMaker Studio Classic Para 
usuários no IAM Identity Center, faça login usando a URL do seu e-mail de convite.
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2. No menu superior, escolha Arquivo, depois Novo, depois Terminal.

3. No prompt de comando, execute o comando a seguir para clonar o repositório aws/ amazon-
sagemaker-examples GitHub .

$ git clone https://github.com/aws/amazon-sagemaker-examples.git

Para navegar até a amostra de caderno

1. No Navegador de arquivos no menu à esquerda, selecione amazon-sagemaker-examples.

2. Navegue até o exemplo de caderno com o seguinte caminho.

~/amazon-sagemaker-examples/aws_sagemaker_studio/getting_started/
xgboost_customer_churn_studio.ipynb

3. Siga o caderno para conhecer os principais recursos do Studio Classic.

Note

Se você encontrar um erro ao executar o amostra de caderno e tiver passado algum 
tempo desde a clonagem do repositório, revise o caderno no repositório remoto para obter 
atualizações.

Crie ou abra um notebook Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Ao usar Criar um caderno a partir do menu de arquivos o Amazon SageMaker Studio Classic ou
Abra um caderno no Studio Classic pela primeira vez, você é solicitado a configurar seu ambiente 
escolhendo uma SageMaker imagem, um kernel, um tipo de instância e, opcionalmente, um script 
de configuração do ciclo de vida que é executado na inicialização da imagem. SageMaker inicia 
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o notebook em uma instância do tipo escolhido. Por padrão, o tipo de instância é definido como
ml.t3.medium (disponível como parte do AWS nível gratuito) para imagens baseadas na CPU. 
Para imagens baseadas em GPU, o tipo de instância padrão é ml.g4dn.xlarge.

Se você criar ou abrir cadernos adicionais que usam o mesmo tipo de instância, independentemente 
de os cadernos usarem ou não o mesmo kernel, os cadernos serão executados na mesma instância 
desse tipo de instância.

Depois de iniciar um notebook, você pode alterar o tipo de instância, a SageMaker imagem e o 
kernel de dentro do notebook. Para obter mais informações, consulte Alterar uma imagem ou um 
kernel e Alterar um tipo de instância.

Note

Você pode ter somente uma instância de cada tipo de instância. Cada instância pode ter 
várias SageMaker imagens em execução nela. Cada SageMaker imagem pode executar 
vários kernels ou instâncias de terminal.

O faturamento ocorre por tipo de instância e começa quando a primeira instância de um determinado 
tipo de instância é executada. Para criar ou abrir um caderno sem o risco de incorrer em cobranças, 
abra o caderno no menu Arquivo e escolha Sem Kernel a partir do diálogo Selecionar Kernel. Você 
pode ler e editar um caderno sem um kernel em execução, mas não pode executar células.

O faturamento termina quando a SageMaker imagem da instância é encerrada. Para ter mais 
informações, consulte Medição do uso.

Para obter informações sobre o desligamento do caderno, consulte Desligar recursos.

Tópicos

• Abra um caderno no Studio Classic

• Criar um caderno a partir do menu de arquivos

• Criar um caderno a partir do inicializador

• Lista dos tipos de instância, imagens e kernels disponíveis

Abra um caderno no Studio Classic

O Amazon SageMaker Studio Classic só pode abrir cadernos listados no navegador de arquivos 
Studio Classic. Para obter instruções sobre como adicionar um caderno ao navegador, consulte
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Carregar arquivos para o SageMaker Studio Classic ou Clone um repositório SageMaker Git no 
Studio Classic.

Como abrir um caderno

1. Na barra lateral à esquerda, escolha o ícone File Browser (Navegador de arquivos) (

) 
para exibir o navegador de arquivos.

2. Navegue e clique duas vezes em um arquivo de caderno para abri-lo em uma nova aba.

Criar um caderno a partir do menu de arquivos

Como criar um caderno a partir do menu de arquivos

1. No menu Studio Classic, escolha Arquivo, escolha Novo e, em seguida, escolha Notebook.

2. Na caixa de diálogo Alterar ambiente, use os menus suspensos para selecionar sua imagem,
kernel, tipo de instância e script de inicialização e escolha Selecionar. Seu caderno é iniciado e 
aberto em uma nova guia do Studio Classic.
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Criar um caderno a partir do inicializador

Como criar um caderno a partir do inicializador

1. Para abrir o Launcher, escolha Amazon SageMaker Studio Classic no canto superior esquerdo 
da interface do Studio Classic ou use o atalho Ctrl + Shift + L de teclado.

Para saber mais sobre todas as formas disponíveis parar abrir o inicializador, consulte Use o 
Amazon SageMaker Studio Classic Launcher.

2. No inicializador, na seção Cadernos e recursos de computação, escolha Alterar ambiente.

3. Na caixa de diálogo Alterar ambiente, use os menus suspensos para selecionar sua imagem,
kernel, tipo de instância e script de inicialização e escolha Selecionar.

4. No inicializador, escolha Criar caderno. Seu caderno é iniciado e aberto em uma nova guia do 
Studio Classic.

Para visualizar a sessão do kernel do bloco de anotações, na barra lateral esquerda, escolha 
o ícone Running Terminals, Kernels, and Images (Terminais, kernels e imagens em execução)

( ). 
Você pode interromper a sessão do kernel do caderno nessa visualização.

Lista dos tipos de instância, imagens e kernels disponíveis

Para obter uma lista de todos os recursos disponíveis, consulte:

• Tipos de instância do Studio Classic disponíveis
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• SageMaker Imagens da Amazon disponíveis

Use a barra de ferramentas do notebook Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Os notebooks Amazon SageMaker Studio Classic ampliam a JupyterLab interface. Para obter uma 
visão geral da JupyterLab interface original, consulte A JupyterLab interface.

A imagem a seguir mostra a barra de ferramentas e uma célula vazia de um notebook Studio Classic.

Quando você faz uma pausa sobre um ícone da barra de ferramentas, uma dica de ferramenta exibe 
a função do ícone. Comandos adicionais do notebook são encontrados no menu principal do Studio 
Classic. A barra de ferramentais inclui os ícones a seguir:

Ícone Descrição

Salvar e ponto de verificação

Salva o caderno e atualiza o arquivo do ponto de verificação. Para ter 
mais informações, consulte Conheça as diferenças entre o último ponto 
de verificação.

Inserir célula

Insere uma célula de código abaixo da célula atual. A célula atual é 
indicada pelo marcador vertical azul na margem esquerda.
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Ícone Descrição

Recortar, copiar e colar células

Corta, copia e cola as células selecionadas.

Executar células

Executa as células selecionadas e torna a célula seguinte à última célula 
selecionada a nova célula selecionada.

Interromper o kernel

Interrompe o kernel que cancela a operação em execução atualmente. O 
kernel permanece ativo.

Reiniciar o kernel

Reinicia o kernel. As variáveis são redefinidas. As informações não 
salvas não são afetadas.

Reinicie o kernel e execute todas as células

Reinicia o kernel e, em seguida, executa todas as células do caderno.

Tipo de célula

Exibe ou altera o tipo de célula atual. Os tipos de células são:

• Código: código que o kernel executa.

• Markdown: texto renderizado como markdown.

• Bruto: conteúdo, incluindo a marcação de Markdown, exibido como 
texto.

Iniciar terminal

Inicia um terminal na SageMaker imagem que hospeda o notebook. Para 
ver um exemplo, consulte Obter metadados do aplicativo.
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Ícone Descrição

Diferença de pontos de verificação

Abre uma nova aba que exibe a diferença entre o caderno e o arquivo 
de ponto de verificação. Para ter mais informações, consulte Conheça as 
diferenças entre o último ponto de verificação.

Diferença do Git

Somente habilitado se o caderno for aberto a partir de um repositório 
Git. Abre uma nova aba que exibe a diferença entre o caderno e a última 
confirmação do Git. Para ter mais informações, consulte Conheça as 
diferenças entre a última confirmação.

2 vCPU + 4 GiB Tipo de instância

Exibe ou altera o tipo de instância no qual o caderno é executado. O 
formato é o seguinte:

number of vCPUs + amount of memory + number of GPUs

Unknown indica que o caderno foi aberto sem especificar um kernel. O 
notebook é executado na instância do SageMaker Studio e não acumula 
cobranças de tempo de execução. Não é possível atribuir o caderno 
a um tipo de instância. É necessário especificar um kernel e o Studio 
atribuirá o caderno a um tipo padrão.

Para obter mais informações, consulte Alterar um tipo de instância e Crie 
ou abra um notebook Amazon SageMaker Studio Classic.

Cluster

Conecte seu caderno a um cluster do Amazon EMR e escale suas 
tarefas de ETL ou execute treinamento de modelos em grande escala 
usando Apache Spark, Hive ou Presto.

Para ter mais informações, consulte Prepare dados usando o Amazon 
EMR.
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Ícone Descrição

Python 3 (Ciência de 
Dados)

Kernel e imagem SageMaker

Exibe ou altera o kernel que processa as células no caderno. O formato 
é o seguinte:

Kernel (SageMaker Image)

No Kernel indica que o caderno foi aberto sem especificar um kernel. 
É possível editar o caderno, mas não é possível executar nenhuma 
célula.

Para ter mais informações, consulte Alterar uma imagem ou um kernel.

Status de ocupado do kernel

Exibe o status de ocupado do kernel. Quando a borda do círculo e 
seu interior são da mesma cor, o kernel está ocupado. O kernel está 
ocupado quando está iniciando e quando está processando células. 
Estados adicionais do kernel são exibidos na barra de status no canto 
inferior esquerdo do Studio. SageMaker

Compartilhar caderno

Compartilha o caderno. Para ter mais informações, consulte Compartilhe 
e use um notebook Amazon SageMaker Studio Classic.

Para selecionar várias células, clique na margem esquerda fora de uma célula. Mantenha 
pressionada a tecla Shift e use a tecla K ou Up para selecionar células anteriores, ou use a tecla J
ou Down para selecionar as células seguintes.

Instale bibliotecas e kernels externos no Amazon Studio Classic SageMaker

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
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aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Os notebooks Amazon SageMaker Studio Classic vêm com várias imagens já instaladas. Essas 
imagens contêm kernels e pacotes Python, incluindo scikit-learn, Pandas,,, e MXNet. NumPy 
TensorFlow PyTorch Você também pode instalar suas próprias imagens que contenham pacotes 
e kernels de sua escolha. Para obter mais informações sobre instalação de sua própria imagem, 
consulte Traga sua própria SageMaker imagem.

Os diferentes kernels do Jupyter nos notebooks SageMaker Amazon Studio Classic são ambientes 
conda separados. Para obter mais informações sobre ambientes conda, consulte Gerenciar 
ambientes.

Ferramentas de instalação do pacote

O método usado para instalar pacotes Python a partir do terminal varia de acordo com a imagem. O 
Studio Classic oferece suporte às seguintes ferramentas de instalação de pacotes:

• Cadernos: os seguintes comandos são compatíveis. Se uma das opções a seguir não funcionar na 
sua imagem, tente a outra.

• %conda install

• %pip install

• O terminal Jupyter: você pode instalar pacotes usando pip e conda diretamente. Você também 
pode usar apt-get install para instalar pacotes do sistema a partir do terminal.

Note

Não recomendamos o uso de pip install -u oupip install --user, porque esses 
comandos instalam pacotes no volume Amazon EFS do usuário e podem potencialmente 
bloquear a reinicialização JupyterServer do aplicativo. Em vez disso, use uma configuração 
de ciclo de vida para reinstalar os pacotes necessários na reinicialização da aplicação, 
conforme mostrado em Instale pacotes usando configurações de ciclo de vida.

Recomendamos usar %pip e %conda para instalar pacotes de dentro de um caderno porque eles 
levam corretamente em conta o ambiente ativo ou o intérprete que está sendo usado. Para obter 
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mais informações, consulte Adicionar funções mágicas %pip e %conda. Você também pode usar a 
sintaxe de comando do sistema (linhas começando com !) para instalar pacotes. Por exemplo, !pip 
install e !conda install.

Conda

O Conda é um sistema de gerenciamento de pacotes e sistema de gerenciamento de ambiente de 
código aberto que pode instalar pacotes e suas dependências. SageMaker suporta o uso do conda 
com qualquer um desses dois canais principais: o canal padrão ou o canal conda-forge. Para obter 
mais informações, consulte Canais conda. O canal conda-forge é um canal comunitário onde os 
colaboradores podem fazer upload de pacotes.

Note

A instalação de pacotes do conda-forge pode levar até 10 minutos. O tempo está relacionado 
à forma como o conda resolve o gráfico de dependências.

Todos os ambientes SageMaker fornecidos são funcionais. Os pacotes instalados pelo usuário 
podem não funcionar corretamente.

O Conda tem dois métodos para ativar ambientes: conda activate e source activate. Para 
obter mais informações, consulte Gerenciar ambiente.

Operações conda compatíveis

• conda install de um pacote em um único ambiente

• conda install de um pacote em todos os ambientes

• Instalar um pacote do repositório principal do conda

• Instalar um pacote do conda-forge

• Alterar o local de instalação do conda para usar o Amazon EBS

• Suporte a conda activate e source activate

Pip

Pip é a ferramenta para instalar e gerenciar pacotes Python. O Pip pesquisa pacotes no Python 
Package Index (PyPI) por padrão. Ao contrário do conda, o pip não tem suporte ambiental integrado. 
Portanto, o pip não é tão completo quanto o conda quando se trata de pacotes com dependências 

Use notebooks Studio Classic 432

https://github.com/ipython/ipython/pull/11524
https://docs.conda.io/projects/conda/en/latest/user-guide/concepts/channels.html
https://docs.conda.io/projects/conda/en/latest/user-guide/tasks/manage-environments.html


Amazon SageMaker Guia do Desenvolvedor

nativas ou de bibliotecas do sistema. O Pip pode ser usado para instalar pacotes em ambientes 
conda. Você pode usar repositórios de pacotes alternativos com pip em vez do PyPI.

Operações pip compatíveis

• Usar pip para instalar um pacote sem um ambiente conda ativo

• Usar pip para instalar um pacote em um ambiente conda

• Usar pip para instalar um pacote em todos os ambientes conda

• Alterar o local de instalação do pip para usar o Amazon EBS

• Usar um repositório alternativo para instalar pacotes com pip

Sem suporte

SageMaker visa oferecer suporte ao maior número possível de operações de instalação de pacotes. 
No entanto, se os pacotes foram instalados SageMaker e você usa as seguintes operações nesses 
pacotes, isso pode tornar seu ambiente instável:

• Desinstalação

• Rebaixamento

• Fazer upgrade

Devido a possíveis problemas com as condições ou configurações da rede, ou a disponibilidade do 
conda ou PyPi, os pacotes podem não ser instalados em um período de tempo fixo ou determinístico.

Note

A tentativa de instalar um pacote em um ambiente com dependências incompatíveis pode 
resultar em uma falha. Se ocorrerem problemas, você pode entrar em contato com o 
mantenedor da biblioteca sobre a atualização das dependências do pacote. Quando você 
modifica o ambiente, como remover ou atualizar pacotes existentes, isso pode resultar na 
instabilidade desse ambiente.

Instale pacotes usando configurações de ciclo de vida

Instale imagens e kernels personalizados no volume Amazon EBS da instância do Studio Classic 
para que eles persistam quando você parar e reiniciar o notebook e para que as bibliotecas externas 
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instaladas não sejam atualizadas. SageMaker Para fazer isso, use uma configuração de ciclo de 
vida que inclua um script que é executado quando você cria o caderno (on-create) e um script 
executado sempre que você reinicia o caderno (on-start). Para obter mais informações sobre o 
uso de configurações de ciclo de vida com o Studio Classic, consulte. Use configurações de ciclo de 
vida com o Amazon Studio Classic SageMaker  Para exemplos de scripts de configuração do ciclo de 
vida, consulte Amostras de configuração do ciclo de vida do SageMaker Studio Classic.

Compartilhe e use um notebook Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode compartilhar seus cadernos Amazon SageMaker Studio Classic com seus colegas. O 
caderno compartilhado é uma cópia. Após compartilhar seu caderno, as alterações feitas no caderno 
original não são refletidas no caderno compartilhado e as alterações feitas por seu colega nas cópias 
compartilhadas do caderno não serão refletidas no caderno original. Se quiser compartilhar a versão 
mais recente, crie um snapshot e compartilhe-o.

Tópicos

• Compartilhar um caderno

• Usar um caderno compartilhado

• Espaços compartilhados e colaboração em tempo real

Compartilhar um caderno

A captura de tela a seguir mostra o menu de um notebook Studio Classic.
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Como compartilhar um caderno

1. No canto superior direito do caderno, escolha Share (Compartilhar).

2. (Opcional) Em Create shareable snapshot (Criar snapshot compartilhável), escolha qualquer um 
dos seguintes itens:

• Incluir informações de repositório Git: inclui um link para o repositório Git que contém 
o caderno. Isso permite que você e seu colega colaborem e contribuam com o mesmo 
repositório Git.

• Incluir saída: inclui toda a saída do caderno que foi salva.

Note

Se você for um usuário do Centro de Identidade do IAM e não vir essas opções, o 
administrador do Centro de Identidade do IAM provavelmente desabilitou o atributo. 
Entre em contato com o administrador.

3. Escolha Criar.

4. Após a criação do snapshot, escolha Copy link (Copiar link) e Close (Fechar).

5. Compartilhe o link com seu colega.

Após selecionar as opções de compartilhamento, você receberá um URL. Você pode compartilhar 
esse link com usuários que têm acesso ao Amazon SageMaker Studio Classic. Quando o usuário 
abre o URL, é solicitado que ele faça login usando o Centro de Identidade do IAM ou a autenticação 
do IAM. Esse caderno compartilhado se torna uma cópia, portanto, as alterações feitas pelo 
destinatário não serão reproduzidas no caderno original.

Usar um caderno compartilhado

Você usa um caderno compartilhado da mesma forma como faria com qualquer caderno que você 
mesmo criou. Você deve primeiro fazer login na sua conta e depois abrir o link compartilhado. Caso 
você não tenha uma sessão ativa, receberá um erro.

Ao clicar em um link para um caderno compartilhado pela primeira vez, é aberta uma versão 
somente leitura do caderno. Para editar o caderno compartilhado, escolha Create a Copy (Criar uma 
cópia). Isto copia o caderno compartilhado em seu armazenamento pessoal.
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O notebook copiado é iniciado em uma instância do tipo de instância e da SageMaker imagem que 
o notebook estava usando quando o remetente o compartilhou. Se você não estiver executando 
uma instância desse tipo no momento, uma nova instância será iniciada. A personalização da 
SageMaker imagem não é compartilhada. Também é possível inspecionar o snapshot do caderno 
selecionando Snapshot Details (Detalhes do snapshot).

Veja a seguir algumas considerações importantes sobre compartilhamento e autenticação:

• Se você tiver uma sessão ativa, verá uma visualização somente leitura do caderno até 
selecionar Create a Copy (Criar uma cópia).

• Se você não tiver uma sessão ativa, será necessário fazer login.
• Se você usa o IAM para fazer login, depois de fazer login, selecione seu perfil de usuário e escolha

Open Studio Classic. Depois, é necessário escolher o link que você recebeu.
• Se você usar o Centro de Identidade do IAM para fazer login, após fazer o login, o caderno 

compartilhado será aberto automaticamente no Studio.

Espaços compartilhados e colaboração em tempo real

Um espaço compartilhado consiste em um JupyterServer aplicativo compartilhado e um diretório 
compartilhado. Um dos principais benefícios de um espaço compartilhado é que ele facilita a 
colaboração entre os membros do espaço compartilhado em tempo real. Os usuários que colaboram 
em um espaço de trabalho têm acesso a um aplicativo compartilhado do Studio Classic, onde 
podem acessar, ler e editar seus cadernos em tempo real. A colaboração em tempo real só é 
suportada para JupyterServer aplicativos dentro de um espaço compartilhado. Usuários com acesso 
a um espaço compartilhado podem simultaneamente abrir, visualizar, editar e executar cadernos 
Jupyter no aplicativo Studio Classic compartilhado nesse espaço. Para obter mais informações 
sobre colaboração compartilhada, espaçada e em tempo real, consulte Colaborar com espaços 
compartilhados.

Obtenha metadados do notebook e do aplicativo Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.
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Você pode acessar os metadados do notebook e os metadados do aplicativo usando a interface do 
usuário do Amazon SageMaker Studio Classic.

Tópicos

• Obtenha metadados do notebook Studio Classic

• Obter metadados do aplicativo

Obtenha metadados do notebook Studio Classic

Os notebooks Jupyter contêm metadados opcionais que você pode acessar por meio da interface do 
usuário do Amazon SageMaker Studio Classic.

Para visualizar os metadados do caderno:

1. Na barra lateral direita, escolha o ícone do Inspetor de propriedades

( ).

2. Abra a seção Ferramentas avançadas.

Os metadados devem ser semelhantes aos seguintes.

{ 
    "instance_type": "ml.t3.medium", 
    "kernelspec": { 
        "display_name": "Python 3 (Data Science)", 
        "language": "python", 
        "name": "python3__SAGEMAKER_INTERNAL__arn:aws:sagemaker:us-west-2:<acct-
id>:image/datascience-1.0" 
    }, 
    "language_info": { 
        "codemirror_mode": { 
            "name": "ipython", 
            "version": 3 
        }, 
        "file_extension": ".py", 
        "mimetype": "text/x-python", 
        "name": "python", 
        "nbconvert_exporter": "python", 
        "pygments_lexer": "ipython3", 
        "version": "3.7.10" 
    }
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}

Obter metadados do aplicativo

Quando você cria um caderno no Amazon SageMaker Studio Classic, os metadados do aplicativo 
são gravados em um arquivo nomeado resource-metadata.json na pasta/opt/ml/
metadata/. Você pode obter os metadados do aplicativo abrindo um terminal de imagem de dentro 
do caderno. Os metadados fornecem as seguintes informações, que incluem a SageMaker imagem e 
o tipo de instância em que o notebook é executado:

• AppType – KernelGateway

• DomainId— O mesmo que o Studio ClassicID

• UserProfileName— O nome do perfil do usuário atual

• ResourceArn— O Amazon Resource Name (ARN) do aplicativo, que inclui o tipo de instância

• ResourceName— O nome da SageMaker imagem

Metadados adicionais podem ser incluídos para uso interno pelo Studio Classic e estão sujeitos a 
alterações.

Como obter os metadados do aplicativo

1. No centro do menu do caderno, escolha o ícone Iniciar Terminal

( ). 
Isso abre um terminal na SageMaker imagem em que o notebook é executado.

2. Execute os seguintes comandos para exibir o conteúdo do arquivo resource-
metadata.json.

$ cd /opt/ml/metadata/
cat resource-metadata.json

O arquivo deverá ser semelhante ao seguinte:

{ 
    "AppType": "KernelGateway", 
    "DomainId": "d-xxxxxxxxxxxx", 
    "UserProfileName": "profile-name", 
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    "ResourceArn": "arn:aws:sagemaker:us-east-2:account-id:app/d-xxxxxxxxxxxx/
profile-name/KernelGateway/datascience--1-0-ml-t3-medium", 
    "ResourceName": "datascience--1-0-ml", 
    "AppImageVersion":""
}

Conheça as diferenças do caderno

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode exibir a diferença entre o notebook atual e o último ponto de verificação ou o último 
commit do Git usando a Amazon SageMaker UI.

A captura de tela a seguir mostra o menu de um notebook Studio Classic.

Tópicos

• Conheça as diferenças entre o último ponto de verificação

• Conheça as diferenças entre a última confirmação

Conheça as diferenças entre o último ponto de verificação

Quando você cria um caderno, um arquivo de ponto de verificação oculto que corresponde ao 
caderno é criado. Você pode visualizar as alterações entre o caderno e o arquivo de ponto de 
verificação ou reverter o caderno para corresponder ao arquivo de ponto de verificação.

Por padrão, um caderno é salvo automaticamente a cada 120 segundos e também quando 
o caderno é fechado. No entanto, o arquivo de ponto de verificação não é atualizado para 
corresponder ao caderno. Para salvar o caderno e atualizar o arquivo de ponto de verificação 
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de correspondência, você deve escolher o ícone Salvar caderno e criar ponto de verificação

( ) 
à esquerda do menu do caderno ou usar o atalho de teclado Ctrl + S.

Para visualizar as alterações entre o caderno e o arquivo do ponto 
de verificação, escolha o ícone Diferenças do ponto de verificação

( ) 
no centro do menu do caderno.

Para reverter o notebook para o arquivo de ponto de verificação, no menu principal do Studio 
Classic, escolha Arquivo e depois Reverter caderno em Ponto de Verificação.

Conheça as diferenças entre a última confirmação

Se um caderno for aberto a partir de um repositório Git, será possível visualizar a diferença entre o 
caderno e a última confirmação do Git.

Para visualizar as alterações no caderno a partir da última confirmação do Git, escolha o ícone Git 
diff

( ) 
no centro do menu do caderno.

Gerenciar recursos

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode alterar o tipo de instância, a SageMaker imagem e o kernel de dentro de um notebook 
Amazon SageMaker Studio Classic. Para criar um kernel personalizado para usar com seus 
cadernos, consulte Traga sua própria SageMaker imagem.

Tópicos

Use notebooks Studio Classic 440



Amazon SageMaker Guia do Desenvolvedor

• Alterar um tipo de instância

• Alterar uma imagem ou um kernel

• Desligar recursos

Alterar um tipo de instância

Ao abrir um novo notebook Studio Classic pela primeira vez, você recebe um tipo de instância 
padrão do Amazon Elastic Compute Cloud (Amazon EC2) para executar o notebook. Quando você 
abre cadernos adicionais no mesmo tipo de instância, os cadernos são executados na mesma 
instância que o primeiro caderno, mesmo que eles usem kernels diferentes.

Você pode alterar o tipo de instância em que seu notebook Studio Classic é executado de dentro do 
notebook.

As informações a seguir se aplicam somente aos notebooks Studio Classic. Para obter informações 
sobre como alterar o tipo de instância de uma instância de SageMaker notebook da Amazon, 
consulteAtualizar uma instância de caderno.

Important

Se você alterar o tipo de instância, as informações não salvas e as configurações existentes 
do caderno serão perdidas, e os pacotes instalados deverão ser reinstalados.
O tipo de instância anterior continua em execução mesmo se nenhuma sessão do kernel ou 
aplicativo estiver ativo. Você deve interromper explicitamente a instância para interromper o 
acúmulo de cobranças. Para interromper a instância, consulte Desligar recursos.

A captura de tela a seguir mostra o menu de um notebook Studio Classic. O processador e a 
memória do tipo de instância que acionam o caderno são exibidos como 2 vCPU + 4 GiB.

Como alterar o tipo de instância

1. Escolha o processador e a memória do tipo de instância que está alimentando o caderno. Isso 
abre uma janela pop-up.
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2. Na janela pop-up Configurar ambiente do caderno, selecione o menu suspenso Tipo de 
instância.

3. No menu suspenso Tipo de instância, escolha um dos tipos de instância listados.

4. Após escolher um tipo, escolha Selecionar.

5. Aguarde até que a nova instância esteja habilitada, e as novas informações de tipo de instância 
serão exibidas.

Para obter uma lista dos tipos de instância disponíveis, consulte Tipos de instância do Studio Classic 
disponíveis.

Alterar uma imagem ou um kernel

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Com os notebooks Amazon SageMaker Studio Classic, você pode alterar a imagem ou o kernel do 
notebook de dentro do notebook.

A captura de tela a seguir mostra o menu de um notebook Studio Classic. O SageMaker kernel e a 
imagem atuais são exibidos como Python 3 (Data Science), Python 3 onde denota o kernel Data 
Science e denota a imagem que contém SageMaker o kernel. A cor do círculo à direita indica o 
status ocioso ou ocupado do kernel. O kernel está ocupado quando o centro e a borda do círculo têm 
a mesma cor.

Para alterar a imagem ou kernel de um caderno

1. Escolha o nome da imagem/kernel no menu do caderno.
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2. Na janela pop-up Configurar ambiente do caderno, selecione o menu suspenso Imagem ou
Kernel.

3. A partir do menu suspenso, escolha uma das imagens ou kernels que estão listados.

4. Após escolher uma imagem ou um kernel, escolha Selecionar.

5. Aguarde até que o status do kernel apareça como inativo, o que indica que o kernel foi iniciado.

Para obter uma lista de SageMaker imagens e kernels disponíveis, consulte.  SageMaker Imagens 
da Amazon disponíveis

Desligar recursos

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode encerrar recursos individuais, incluindo cadernos, terminais, kernels, aplicativos e 
instâncias. Você também pode encerrar todos os recursos em uma dessas categorias ao mesmo 
tempo.

Note

O Amazon SageMaker Studio Classic não oferece suporte ao desligamento de recursos de 
dentro de um notebook.

Tópicos

• Desligar um caderno aberto

• Desligar recursos

Desligar um caderno aberto

Você pode desligar um notebook aberto no menu Arquivo clássico do Amazon SageMaker Studio ou 
no painel Running Terminal and Kernels.
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Note

Ao desligar uma instância de caderno, todas as informações não salvas no caderno são 
perdidas. O caderno não é excluído.

Como desligar um caderno aberto no menu File (Arquivo)

1. Opcionalmente, salve o conteúdo do caderno escolhendo o ícone de disco à esquerda do menu 
do caderno.

2. Escolha File (Arquivo) e Close and Shutdown Notebook (Fechar e desligar o caderno).

3. Escolha OK.

Desligar recursos

Você pode acessar o painel Running Terminals and Kernels no lado esquerdo do Amazon 
SageMaker Studio Classic com o ícone.

O painel Terminal e kernels em execução tem quatro seções. Cada seção lista todos os recursos 
daquele tipo. Você pode desligar cada recurso individualmente ou encerrar todos os recursos em 
uma seção ao mesmo tempo.
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Quando você escolhe encerrar todos os recursos em uma seção, ocorre o seguinte:

• INSTÂNCIAS EM EXECUÇÃO/APLICATIVOS EM EXECUÇÃO: todas as instâncias, aplicativos, 
cadernos, sessões do kernel, consoles/shells e terminais de imagem são desligados. Terminais do 
sistema não são desligados.

Note

Quando você desliga as instâncias do notebook Studio Classic, quaisquer recursos 
adicionais, como SageMaker endpoints, clusters do Amazon EMR e buckets do Amazon 
S3 criados a partir do Studio Classic, não são excluídos. Exclua esses recursos para 
interromper o acúmulo de cobranças.

• SESSÕES DO KERNEL: todos os kernels, cadernos e consoles/shells são desligados.

• SESSÕES DE TERMINAL: todos os terminais de imagem e terminais do sistema são desligados.
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Para encerrar recursos

1. Na barra lateral esquerda, escolha o ícone Execução de terminais e kernels

( ).

2. Realize um dos procedimentos a seguir:

• Para desligar um recurso específico, escolha o ícone de encerrar icon 

( ) 
na mesma linha do recurso.

Para instâncias em execução, uma caixa de diálogo de confirmação lista todos os recursos 
que serão encerrados. Para aplicativos em execução, uma caixa de diálogo de confirmação é 
exibida. Escolha Shut down all (Desligar tudo) para continuar.

Note

Nenhuma caixa de diálogo de confirmação é exibida para sessões de kernel ou 
sessões de terminal.

• Para desligar todos os recursos em uma seção, escolha X, à direita do rótulo da seção. 
Uma caixa de diálogo de confirmação é exibida. Escolha Shut down all (Desligar tudo) para 
continuar.

Medição do uso

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Não há cobrança adicional pelo uso do Amazon SageMaker Studio Classic. Os custos incorridos 
para executar notebooks, shells interativos, consoles e terminais do Amazon SageMaker Studio 
Classic são baseados no uso da instância do Amazon Elastic Compute Cloud (Amazon EC2).

Ao executar os seguintes recursos, você deve escolher uma SageMaker imagem e um kernel:
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Do Studio Classic Launcher

• Cadernos

• Shell interativo

• Terminal de imagem

No menu File (Arquivo)

• Cadernos

• Console

Quando iniciado, o recurso é executado em uma instância do Amazon EC2 de um tipo de instância 
escolhido. Se uma instância desse tipo tiver sido iniciada anteriormente e estiver disponível, o 
recurso será executado nessa instância.

Para imagens baseadas em CPU, o tipo sugerido de instância padrão é ml.t3.medium. Para 
imagens baseadas em GPU, o tipo sugerido de instância padrão é ml.g4dn.xlarge.

Os custos incorridos baseiam-se no tipo de instância. Você será cobrado separadamente para cada 
instância.

A medição é iniciada quando uma instância é criada. A medição termina quando todos os aplicativos 
na instância são encerrados ou a instância é encerrada. Para obter mais informações sobre como 
encerrar uma instância, consulte Desligar recursos.

Important

Você deve encerrar a instância para não incorrer em cobranças. Se você encerrar o 
caderno em execução na instância, mas não encerrar a instância, você ainda incorrerá 
em cobranças. Quando você desliga as instâncias do notebook Studio Classic, quaisquer 
recursos adicionais, como SageMaker endpoints, clusters do Amazon EMR e buckets do 
Amazon S3 criados a partir do Studio Classic, não são excluídos. Exclua esses recursos para 
interromper o acúmulo de cobranças.

Quando você abre vários cadernos no mesmo tipo de instância, os cadernos são executados na 
mesma instância, mesmo que estejam usando kernels diferentes. Você será cobrado somente pelo 
tempo em que uma instância estiver em execução.
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Você pode alterar o tipo de instância de dentro do caderno depois de abri-lo. Para ter mais 
informações, consulte Alterar um tipo de instância.

Para obter informações sobre faturamento e exemplos de preços, consulte Amazon SageMaker 
Pricing.

Recursos disponíveis

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

As seções a seguir listam os recursos disponíveis para os notebooks Amazon SageMaker Studio 
Classic.

Tópicos

• Tipos de instância do Studio Classic disponíveis

• SageMaker Imagens da Amazon disponíveis

Tipos de instância do Studio Classic disponíveis

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Os notebooks Amazon SageMaker Studio Classic são executados em instâncias do Amazon Elastic 
Compute Cloud (Amazon EC2). Os seguintes tipos de instância do Amazon EC2 estão disponíveis 
para uso com notebooks Studio Classic. Para obter informações detalhadas sobre quais tipos de 
instância se adequam ao seu caso de uso e suas capacidades de desempenho, consulte Tipos de 
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instância do Amazon Elastic Compute Cloud. Para obter mais informações sobre a precificação 
desses tipos de instância, consulte Definição de preço do Amazon EC2.

Para obter informações sobre os tipos de instância do Amazon SageMaker Notebook disponíveis, 
consulte CreateNotebookInstance.

Note

Para a maioria dos casos de uso, você deve usar um ml.t3.medium. Esse é o tipo de 
instância padrão para SageMaker imagens baseadas em CPU e está disponível como parte 
do nível AWSgratuito.

Tópicos

• Instâncias de CPU

• Instâncias com uma ou mais GPUs

Instâncias de CPU

A tabela a seguir lista os tipos de instância de CPU do Amazon EC2 sem GPU conectada que 
estão disponíveis para uso com notebooks Studio Classic. Ela também lista informações sobre as 
especificações de cada tipo de instância. O tipo de instância padrão para imagens baseadas em 
CPU é ml.t3.medium.

Para obter informações detalhadas sobre quais tipos de instância se adequam ao seu caso de uso e 
suas capacidades de desempenho, consulte Tipos de instância do Amazon Elastic Compute Cloud. 
Para obter mais informações sobre a precificação desses tipos de instância, consulte Definição de 
preço do Amazon EC2.

Note

Os tipos de instâncias deinicialização rápida são otimizados para iniciar em menos de dois 
minutos.
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Instâncias de CPU

Instância Caso de uso Início rápido vCPU Memória 
(GiB)

Armazenam 
ento da 
instância 
(GB)

ml.t3.medium Uso geral Sim 2 4 Somente 
Amazon 
EBS

ml.t3.large Uso geral Não 2 8 Somente 
Amazon 
EBS

ml.t3.xlarge Uso geral Não 4 16 Somente 
Amazon 
EBS

ml.t3.2xlarge Uso geral Não 8 32 Somente 
Amazon 
EBS

ml.m5.large Uso geral Sim 2 8 Somente 
Amazon 
EBS

ml.m5.xlarge Uso geral Não 4 16 Somente 
Amazon 
EBS

ml.m5.2xlarge Uso geral Não 8 32 Somente 
Amazon 
EBS

ml.m5.4xlarge Uso geral Não 16 64 Somente 
Amazon 
EBS
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Instância Caso de uso Início rápido vCPU Memória 
(GiB)

Armazenam 
ento da 
instância 
(GB)

ml.m5.8xlarge Uso geral Não 32 128 Somente 
Amazon 
EBS

ml.m5.12xlarge Uso geral Não 48 192 Somente 
Amazon 
EBS

ml.m5.16xlarge Uso geral Não 64 256 Somente 
Amazon 
EBS

ml.m5.24xlarge Uso geral Não 96 384 Somente 
Amazon 
EBS

ml.m5d.large Uso geral Não 2 8 SSD de 
NVMe 
de 1 x 
75

ml.m5d.xlarge Uso geral Não 4 16 SSD de 
NVMe 
de 1 x 
150

ml.m5d.2xlarge Uso geral Não 8 32 SSD de 
NVMe 
de 1 x 
300
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Instância Caso de uso Início rápido vCPU Memória 
(GiB)

Armazenam 
ento da 
instância 
(GB)

ml.m5d.4xlarge Uso geral Não 16 64 SSD de 
NVMe 
de 2 x 
300

ml.m5d.8xlarge Uso geral Não 32 128 SSD de 
NVMe 
de 2 x 
600

ml.m5d.12xlarge Uso geral Não 48 192 SSD de 
NVMe 
de 2 x 
900

ml.m5d.16xlarge Uso geral Não 64 256 SSD de 
NVMe 
de 4 x 
600

ml.m5d.24xlarge Uso geral Não 96 384 SSD de 
NVMe 
de 4 x 
900

ml.c5.large Otimizadas para 
computação

Sim 2 4 Somente 
Amazon 
EBS

ml.c5.xlarge Otimizadas para 
computação

Não 4 8 Somente 
Amazon 
EBS
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Instância Caso de uso Início rápido vCPU Memória 
(GiB)

Armazenam 
ento da 
instância 
(GB)

ml.c5.2xlarge Otimizadas para 
computação

Não 8 16 Somente 
Amazon 
EBS

ml.c5.4xlarge Otimizadas para 
computação

Não 16 32 Somente 
Amazon 
EBS

ml.c5.9xlarge Otimizadas para 
computação

Não 36 72 Somente 
Amazon 
EBS

ml.c5.12xlarge Otimizadas para 
computação

Não 48 96 Somente 
Amazon 
EBS

ml.c5.18xlarge Otimizadas para 
computação

Não 72 144 Somente 
Amazon 
EBS

ml.c5.24xlarge Otimizadas para 
computação

Não 96 192 Somente 
Amazon 
EBS

ml.r5.large Otimizado para 
memória

Não 2 16 Somente 
Amazon 
EBS

ml.r5.xlarge Otimizado para 
memória

Não 4 32 Somente 
Amazon 
EBS

Use notebooks Studio Classic 453



Amazon SageMaker Guia do Desenvolvedor

Instância Caso de uso Início rápido vCPU Memória 
(GiB)

Armazenam 
ento da 
instância 
(GB)

ml.r5.2xlarge Otimizado para 
memória

Não 8 64 Somente 
Amazon 
EBS

ml.r5.4xlarge Otimizado para 
memória

Não 16 128 Somente 
Amazon 
EBS

ml.r5.8xlarge Otimizado para 
memória

Não 32 256 Somente 
Amazon 
EBS

ml.r5.12xlarge Otimizado para 
memória

Não 48 384 Somente 
Amazon 
EBS

ml.r5.16xlarge Otimizado para 
memória

Não 64 512 Somente 
Amazon 
EBS

ml.r5.24xlarge Otimizado para 
memória

Não 96 768 Somente 
Amazon 
EBS

Instâncias com uma ou mais GPUs

A tabela a seguir lista os tipos de instância do Amazon EC2 com 1 ou mais GPUs anexadas que 
estão disponíveis para uso com notebooks Studio Classic. Ela também lista informações sobre as 
especificações de cada tipo de instância. O tipo de instância padrão para imagens baseadas em 
GPU é ml.g4dn.xlarge.

Para obter informações detalhadas sobre quais tipos de instância se adequam ao seu caso de uso e 
suas capacidades de desempenho, consulte Tipos de instância do Amazon Elastic Compute Cloud. 
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Para obter mais informações sobre a precificação desses tipos de instância, consulte Definição de 
preço do Amazon EC2.

Note

Os tipos de instâncias deinicialização rápida são otimizados para iniciar em menos de dois 
minutos.

Instâncias com uma ou mais GPUs

Instância Caso de uso Início rápido GPUs vCPU Memória 
(GiB)

Memória 
de 
GPU 
(GiB)

Armazenam 
ento 
da 
instância 
(GB)

ml.p3.2xlarge Computação 
acelerada

Não 1 8 61 16 Somente 
Amazon 
EBS

ml.p3.8xlarge Computação 
acelerada

Não 4 32 244 64 Somente 
Amazon 
EBS

ml.p3.16x 
large

Computação 
acelerada

Não 8 64 488 128 Somente 
Amazon 
EBS

ml.p3dn.2 
4xlarge

Computação 
acelerada

Não 8 96 768 256 SSD 
de 
NVMe 
de 2 
x 900

ml.p4d.24 
xlarge

Computação 
acelerada

Não 8 96 1152 320 
GB 
HBM2

NVMe 
SSD 
de 

Use notebooks Studio Classic 455

https://aws.amazon.com/ec2/pricing/
https://aws.amazon.com/ec2/pricing/


Amazon SageMaker Guia do Desenvolvedor

Instância Caso de uso Início rápido GPUs vCPU Memória 
(GiB)

Memória 
de 
GPU 
(GiB)

Armazenam 
ento 
da 
instância 
(GB)

8 x 
1000

ml.p4de.2 
4xlarge

Computação 
acelerada

Não 8 96 1152 HBM2e 
de 
640 
GB

NVMe 
SSD 
de 
8 x 
1000

ml.g4dn.x 
large

Computação 
acelerada

Sim 1 4 16 16 NVMe 
SSD 
de 1 
x 125

ml.g4dn.2 
xlarge

Computação 
acelerada

Não 1 8 32 16 NVMe 
SSD 
de 1 
x 225

ml.g4dn.4 
xlarge

Computação 
acelerada

Não 1 16 64 16 NVMe 
SSD 
de 1 
x 225

ml.g4dn.8 
xlarge

Computação 
acelerada

Não 1 32 128 16 SSD 
de 
NVMe 
de 1 
x 900
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Instância Caso de uso Início rápido GPUs vCPU Memória 
(GiB)

Memória 
de 
GPU 
(GiB)

Armazenam 
ento 
da 
instância 
(GB)

ml.g4dn.1 
2xlarge

Computação 
acelerada

Não 4 48 192 64 SSD 
de 
NVMe 
de 1 
x 900

ml.g4dn.1 
6xlarge

Computação 
acelerada

Não 1 64 256 16 SSD 
de 
NVMe 
de 1 
x 900

ml.g5.xlarge Computação 
acelerada

Não 1 4 16 24 NVMe 
SSD 
de 1 
x 250

ml.g5.2xlarge Computação 
acelerada

Não 1 8 32 24 SSD 
de 
NVMe 
de 1 
x 450

ml.g5.4xlarge Computação 
acelerada

Não 1 16 64 24 NVMe 
SSD 
de 1 
x 600
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Instância Caso de uso Início rápido GPUs vCPU Memória 
(GiB)

Memória 
de 
GPU 
(GiB)

Armazenam 
ento 
da 
instância 
(GB)

ml.g5.8xlarge Computação 
acelerada

Não 1 32 128 24 SSD 
de 
NVMe 
de 1 
x 900

ml.g5.12x 
large

Computação 
acelerada

Não 4 48 192 96 NVMe 
SSD 
de 
1 x 
3800

ml.g5.16x 
large

Computação 
acelerada

Não 1 64 256 24 SSD 
de 
NVMe 
de 
1 x 
1.900

ml.g5.24x 
large

Computação 
acelerada

Não 4 96 384 96 NVMe 
SSD 
de 
1 x 
3800

ml.g5.48x 
large

Computação 
acelerada

Não 8 192 768 192 NVMe 
SSD 
de 
2 x 
3800
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SageMaker Imagens da Amazon disponíveis

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Esta página lista as SageMaker imagens e os kernels associados que estão disponíveis no Amazon 
SageMaker Studio Classic, bem como o formato necessário para criar o ARN para cada imagem. 
SageMaker as imagens contêm o SDK mais recente do Amazon SageMaker Python e a versão mais 
recente do kernel. Para obter mais informações, consulte as Imagens de contêineres de aprendizado 
profundo.

Tópicos

• Formato do ARN da imagem

• Tags URI suportadas

• Imagens compatíveis

• Imagens programadas para depreciação

Formato do ARN da imagem

A tabela a seguir lista o formato ARN e URI da imagem para cada região. Para criar o ARN 
completo para uma imagem, substitua o espaço reservado do identificador de recurso pelo 
identificador de recurso correspondente para a imagem da tabela de imagens e kernels. 
SageMaker Para criar o URI completo para uma imagem, substitua o espaço reservado da tag
pela tag cpu ou gpu correspondente. Para ver a lista de tags que você pode usar, consulteTags URI 
suportadas.

Note

SageMaker As imagens de distribuição usam um conjunto distinto de ARNs de imagem.
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Região Formato do ARN da 
imagem

SageMaker Formato 
ARN da imagem de 
distribuição

SageMaker Formato 
URI de imagem de 
distribuição

us-east-1 arn:aws:sagemaker: 
us-east-1:08132539 
0199:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
us-east-1:88585479 
1233:imag 
e/identificador 
do recurso

885854791 
233.dkr. 
ecr.us-ea 
st-1.amaz 
onaws.com/: 
tag sagemaker-
distribution-
prod

us-east-2 arn:aws:sagemaker: 
us-east-2:42970468 
7514:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
us-east-2:13791489 
6644:imag 
e/identificador 
do recurso

137914896 
644.dkr. 
ecr.us-ea 
st-2.amaz 
onaws.com/: 
tag sagemaker-
distribution-
prod

us-west-1 arn:aws:sagemaker: 
us-west-1:74209132 
7244:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
us-west-1:05363484 
1547:imag 
e/identificador 
do recurso

053634841 
547.dkr. 
ecr.us-we 
st-1.amaz 
onaws.com/: 
tag sagemaker-
distribution-
prod

us-west-2 arn:aws:sagemaker: 
us-west-2:23651454 
2706:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
us-west-2:54291844 
6943:imag 
e/identificador 
do recurso

542918446 
943.dkr. 
ecr.us-we 
st-2.amaz 
onaws.com/: 
tag sagemaker-
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distribution-
prod

af-south-1 arn:aws:sagemaker: 
af-south-1:5593120 
83959:ima 
ge/identificador 
do recurso

arn:aws:sagemaker: 
af-south-1:2383842 
57742:ima 
ge/identificador 
do recurso

238384257 
742.dkr. 
ecr.af-so 
uth-1.ama 
zonaws.com/: 
tag sagemaker-
distribution-
prod

ap-east-1 arn:aws:sagemaker: 
ap-east-1:49364249 
6378:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
ap-east-1:52375126 
9255:imag 
e/identificador 
do recurso

523751269 
255.dkr. 
ecr.ap-ea 
st-1.amaz 
onaws.com/: 
tag sagemaker-
distribution-
prod

ap-south-1 arn:aws:sagemaker: 
ap-south-1:3941030 
62818:ima 
ge/identificador 
do recurso

arn:aws:sagemaker: 
ap-south-1:2450905 
15133:ima 
ge/identificador 
do recurso

245090515 
133.dkr. 
ecr.ap-so 
uth-1.ama 
zonaws.com/: 
tag sagemaker-
distribution-
prod
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ap-northeast-2 arn:aws:sagemaker: 
ap-northeast-2:806 
072073708 
:image/identific 
ador do recurso

arn:aws:sagemaker: 
ap-northeast-2:064 
688005998 
:image/identific 
ador do recurso

064688005 
998.dkr. 
ecr.ap-no 
rtheast-2 
.amazonaw 
s.com/: tag 
sagemaker-
distribution-
prod

ap-southeast-1 arn:aws:sagemaker: 
ap-southeast-1:492 
261229750 
:image/identific 
ador do recurso

arn:aws:sagemaker: 
ap-southeast-1:022 
667117163 
:image/identific 
ador do recurso

022667117 
163.dkr. 
ecr.ap-so 
utheast-1 
.amazonaw 
s.com/: tag 
sagemaker-
distribution-
prod

ap-southeast-2 arn:aws:sagemaker: 
ap-southeast-2:452 
832661640 
:image/identific 
ador do recurso

arn:aws:sagemaker: 
ap-southeast-2:648 
430277019 
:image/identific 
ador do recurso

648430277 
019.dkr. 
ecr.ap-so 
utheast-2 
.amazonaw 
s.com/: tag 
sagemaker-
distribution-
prod
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ap-northeast-1 arn:aws:sagemaker: 
ap-northeast-1:102 
112518831 
:image/identific 
ador do recurso

arn:aws:sagemaker: 
ap-northeast-1:010 
972774902 
:image/identific 
ador do recurso

010972774 
902.dkr. 
ecr.ap-no 
rtheast-1 
.amazonaw 
s.com/: tag 
sagemaker-
distribution-
prod

ca-central-1 arn:aws:sagemaker: 
ca-central-1:31090 
6938811:i 
mage/identific 
ador do recurso

arn:aws:sagemaker: 
ca-central-1:48156 
1238223:i 
mage/identific 
ador do recurso

481561238 
223.dkr. 
ecr.ca-ce 
ntral-1.a 
mazonaws.com/: 
tag sagemaker-
distribution-
prod

eu-central-1 arn:aws:sagemaker: 
eu-central-1:93669 
7816551:i 
mage/identific 
ador do recurso

arn:aws:sagemaker: 
eu-central-1:54542 
3591354:i 
mage/identific 
ador do recurso

545423591 
354.dkr. 
ecr.eu-ce 
ntral-1.a 
mazonaws.com/: 
tag sagemaker-
distribution-
prod

eu-west-1 arn:aws:sagemaker: 
eu-west-1:47031725 
9841:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
eu-west-1:81979252 
4951:imag 
e/identificador 
do recurso

819792524 
951.dkr. 
ecr.eu-we 
st-1.amaz 
onaws.com/: 
tag sagemaker-
distribution-
prod
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eu-west-2 arn:aws:sagemaker: 
eu-west-2:71277966 
5605:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
eu-west-2:02108140 
2939:imag 
e/identificador 
do recurso

021081402 
939.dkr. 
ecr.eu-we 
st-2.amaz 
onaws.com/: 
tag sagemaker-
distribution-
prod

eu-west-3 arn:aws:sagemaker: 
eu-west-3:61554785 
6133:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
eu-west-3:85641620 
4555:imag 
e/identificador 
do recurso

856416204 
555.dkr. 
ecr.eu-we 
st-3.amaz 
onaws.com/: 
tag sagemaker-
distribution-
prod

eu-north-1 arn:aws:sagemaker: 
eu-north-1:2436375 
12696:ima 
ge/identificador 
do recurso

arn:aws:sagemaker: 
eu-north-1:1756201 
55138:ima 
ge/identificador 
do recurso

175620155 
138.dkr. 
ecr.eu-no 
rth-1.ama 
zonaws.com/: 
tag sagemaker-
distribution-
prod

eu-south-1 arn:aws:sagemaker: 
eu-south-1:5927512 
61982:ima 
ge/identificador 
do recurso

arn:aws:sagemaker: 
eu-south-1:8106717 
68855:ima 
ge/identificador 
do recurso

810671768 
855.dkr. 
ecr.eu-so 
uth-1.ama 
zonaws.com/: 
tag sagemaker-
distribution-
prod
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sa-east-1 arn:aws:sagemaker: 
sa-east-1:78248440 
2741:imag 
e/identificador 
do recurso

arn:aws:sagemaker: 
sa-east-1:56755664 
1782:imag 
e/identificador 
do recurso

567556641 
782.dkr. 
ecr.sa-ea 
st-1.amaz 
onaws.com/: 
tag sagemaker-
distribution-
prod

ap-northeast-3 arn:aws:sagemaker: 
ap-northeast-3:792 
733760839 
:image/identific 
ador do recurso

arn:aws:sagemaker: 
ap-northeast-3:564 
864627153 
:image/identific 
ador do recurso

564864627 
153.dkr. 
ecr.ap-no 
rtheast-3 
.amazonaw 
s.com/: tag 
sagemaker-
distribution-
prod

ap-southeast-3 arn:aws:sagemaker: 
ap-southeast-3:276 
181064229 
:image/identific 
ador do recurso

arn:aws:sagemaker: 
ap-southeast-3:370 
607712162 
:image/identific 
ador do recurso

370607712 
162.dkr. 
ecr.ap-so 
utheast-3 
.amazonaw 
s.com/: tag 
sagemaker-
distribution-
prod
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me-south-1 arn:aws:sagemaker: 
me-south-1:1175169 
05037:ima 
ge/identificador 
do recurso

arn:aws:sagemaker: 
me-south-1:5237743 
47010:ima 
ge/identificador 
do recurso

523774347 
010.dkr. 
ecr.me-so 
uth-1.ama 
zonaws.com/: 
tag sagemaker-
distribution-
prod

me-central-1 arn:aws:sagemaker: 
me-centra 
l-1:103105715889:i 
mage/identific 
ador do recurso

arn:aws:sagemaker: 
me-centra 
l-1:358593528301:i 
mage/identific 
ador do recurso

358593528 
301.dkr. 
ecr.me-ce 
ntral-1.a 
mazonaws.com/: 
tag sagemaker-
distribution-
prod

Tags URI suportadas

A lista a seguir mostra as tags que você pode incluir no URI da imagem.

• 1 xícara

• 1 GPU

• 0-xícara

• 0 gpu

Os exemplos a seguir mostram URIs com vários formatos de tag:

• 542918446943.dkr. ecr.us-west-2.amazonaws.com /:1-cpu sagemaker-distribution-prod

• 542918446943.dkr. ecr.us-west-2.amazonaws.com /:0-gpu sagemaker-distribution-prod
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Imagens compatíveis

A tabela a seguir fornece informações sobre as SageMaker imagens e os kernels associados que 
estão disponíveis no Amazon SageMaker Studio Classic, bem como o identificador do recurso e a 
versão do Python incluídos na imagem.

SageMaker imagens e kernels

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

SageMaker CPU 
de distribuição v0

SageMaker 
Distribut 
ion v0 CPU  é 
uma imagem do 
Python 3.8 que 
inclui framework 
s populares para 
machine learning, 
ciência de dados 
e visualização 
na CPU. Isso 
inclui estrutura 
s de aprendiza 
do profundo 
como PyTorch, 
TensorFlow e 
Keras; pacotes 
Python populares 
como numpy, 
scikit-learn e 
pandas; e IDEs 
como o Jupyter 
Lab. Para obter 
mais informaçõ 
es, consulte 
o repositório 

sagemaker-distribu 
tion-cpu-v0

Python 3 (python3) Python 
3.8
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

SageMakerde 
distribuição da 
Amazon.

SageMaker GPU 
de distribuição v0

SageMaker 
Distribut 
ion v0 GPU  é 
uma imagem do 
Python 3.8 que 
inclui framework 
s populares para 
machine learning, 
ciência de dados 
e visualização 
na GPU. Isso 
inclui estrutura 
s de aprendiza 
do profundo 
como PyTorch, 
TensorFlow e 
Keras; pacotes 
Python populares 
como numpy, 
scikit-learn e 
pandas; e IDEs 
como o Jupyter 
Lab. Para obter 
mais informaçõ 
es, consulte 
o repositório 
SageMakerde 
distribuição da 
Amazon.

sagemaker-distribu 
tion-gpu-v0

Python 3 (python3) Python 
3.8
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

SageMaker CPU 
de distribuição v1

SageMaker 
Distribut 
ion v1 CPU é 
uma imagem do 
Python 3.10 que 
inclui estruturas 
populares para 
aprendizado de 
máquina, ciência 
de dados e análise 
de dados na CPU. 
Isso inclui estrutura 
s de aprendiza 
do profundo 
como PyTorch, 
TensorFlow e 
Keras; pacotes 
Python populares 
como numpy, 
scikit-learn e 
pandas; e IDEs 
como o Jupyter 
Lab. Para obter 
mais informaçõ 
es, consulte 
o repositório 
SageMakerde 
distribuição da 
Amazon.

sagemaker-distribu 
tion-cpu-v1

Python 3 (python3) Python 
3.10
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

SageMaker GPU 
de distribuição v1

SageMaker 
Distribut 
ion v1 GPU é 
uma imagem do 
Python 3.10 que 
inclui estruturas 
populares para 
aprendizado de 
máquina, ciência 
de dados e análise 
de dados em GPU. 
Isso inclui estrutura 
s de aprendiza 
do profundo 
como PyTorch, 
TensorFlow e 
Keras; pacotes 
Python populares 
como numpy, 
scikit-learn e 
pandas; e IDEs 
como o Jupyter 
Lab. Para obter 
mais informaçõ 
es, consulte 
o repositório 
SageMakerde 
distribuição da 
Amazon.

sagemaker-distribu 
tion-gpu-v1

Python 3 (python3) Python 
3.10
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

Base Python 3.0 Imagem oficial 
do Python 3.10 
DockerHub com 
boto3 e incluída. 
AWS CLI

sagemaker-base-
python-310-v1

Python 3 (python3) Python 
3.10

Base Python 2.0 Imagem oficial 
do Python 3.8 
DockerHub com 
boto3 e incluída. 
AWS CLI

sagemaker-base-
python-38

Python 3 (python3) Python 
3.8

Ciência de dados 
3.0

Data Science 
3.0é uma imagem
conda do Python 
3.10 baseada na
versão 2022.10 do 
anaconda com os 
pacotes e bibliotec 
as do Python mais 
usados, como o 
Learn. NumPy 
SciKit

sagemaker-data-
science-310-v1

Python 3 (python3) Python 
3.10
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

Ciência de dados 
2.0

Data Science 
2.0é uma imagem
conda do Python 
3.8 baseada na
versão 2021.11 do 
anaconda com os 
pacotes e bibliotec 
as Python mais 
usados, como o 
Learn. NumPy 
SciKit

sagemaker-data-
science-38

Python 3 (python3) Python 
3.8
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

Geoespacial 1.0 A Amazon 
SageMaker 
Geospatial é uma 
imagem Python 
que consiste 
em bibliotec 
as geoespaci 
ais comumente 
usadas, como 
GDAL, Fiona, 
Shapely e Rasterio 
GeoPandas, 
e permite que 
você visualize 
dados geoespaci 
ais dentro dela. 
SageMaker 
Para obter mais 
informações, 
consulte Amazon 
SageMaker 
Geospatial 
Notebook SDK

sagemaker-
geospatial-1.0

Python 3 (python3) Python 
3.10
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

PyTorch 2.0.0 
Python 3.10 
Otimizado para 
CPU

Os AWS Deep 
Learning Container 
s para PyTorch 
2.0.0 incluem 
contêineres para 
treinamento em 
CPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

pytorch-2.0.0-cpu- 
py310

Python 3 (python3) Python 
3.10
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

PyTorch 2.0.0 
Python 3.10 
Otimizado para 
GPU

Os AWS Deep 
Learning Container 
s para PyTorch 
2.0.0 com CUDA 
11.8 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

pytorch-2.0.0-gpu- 
py310

Python 3 (python3) Python 
3.10
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SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

PyTorch 1.13 
Python 3.9 
Otimizado para 
CPU

Os AWS Deep 
Learning Container 
s for PyTorch 
1.13 com CUDA 
11.3 incluem 
contêineres para 
treinamento em 
CPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

pytorch-1.13-cpu-p 
y39

Python 3 (python3) Python 
3.9

Use notebooks Studio Classic 476

https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
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https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

PyTorch 1.13 
Python 3.9 
Otimizado para 
GPU

Os AWS Deep 
Learning Container 
s for PyTorch 
1.13 com CUDA 
11.7 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

pytorch-1.13-gpu-p 
y39

Python 3 (python3) Python 
3.9

Use notebooks Studio Classic 477

https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

PyTorch 1.12 
Python 3.8 
Otimizado para 
CPU

Os AWS Deep 
Learning Container 
s for PyTorch 
1.12 com CUDA 
11.3 incluem 
contêineres para 
treinamento em 
CPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informações, 
consulte AWSDeep 
Learning Container 
s for PyTorch 
1.12.0.

pytorch-1.12-cpu-p 
y38

Python 3 (python3) Python 
3.8

Use notebooks Studio Classic 478

https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-12-0-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-12-0-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-12-0-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-12-0-on-sagemaker/


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

PyTorch 1.12 
Python 3.8 
Otimizado para 
GPU

Os AWS Deep 
Learning Container 
s for PyTorch 
1.12 com CUDA 
11.3 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informações, 
consulte AWSDeep 
Learning Container 
s for PyTorch 
1.12.0.

pytorch-1.12-gpu-p 
y38

Python 3 (python3) Python 
3.8

Use notebooks Studio Classic 479

https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-12-0-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-12-0-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-12-0-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-12-0-on-sagemaker/


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

PyTorch 1.10 
Python 3.8 
Otimizado para 
CPU

Os AWS Deep 
Learning Container 
s for PyTorch 
1.10 incluem 
contêineres para 
treinamento em 
CPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informações, 
consulte AWSDeep 
Learning Container 
s for PyTorch 
1.10.2 on. 
SageMaker

pytorch-1.10-cpu-p 
y38

Python 3 (python3) Python 
3.8

Use notebooks Studio Classic 480

https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-10-2-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-10-2-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-10-2-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-10-2-on-sagemaker/


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

PyTorch 1.10 
Python 3.8 
Otimizado para 
GPU

Os AWS Deep 
Learning Container 
s for PyTorch 
1.10 com CUDA 
11.3 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informações, 
consulte AWSDeep 
Learning Container 
s for PyTorch 
1.10.2 on. 
SageMaker

pytorch-1.10-gpu-p 
y38

Python 3 (python3) Python 
3.8

Use notebooks Studio Classic 481

https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-10-2-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-10-2-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-10-2-on-sagemaker/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-pytorch-1-10-2-on-sagemaker/


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

SparkAnalytics 2.0 Edição individua 
l Anaconda com 
grãos PySpark 
Spark. Para obter 
mais informações, 
consulte sparkmagi 
c.

sagemaker-
sparkanalytics-31 
0-v1

• SparkMagic 
Spark (conda-
env-sm_spar 
kmagic-sp 
arkkernel)

• SparkMagic 
PySpark (kernel 
conda-env-sm 
_sparkmagic-
pysparkpark)

• Glue Spark 
(conda-env-
sm_glue_is-
glue_spark)

• Glue Python 
[PySpark e 
Ray] (_glue_is 
-glue_pyspark) 
conda-env-sm

Python 
3.10

Use notebooks Studio Classic 482

https://github.com/jupyter-incubator/sparkmagic
https://github.com/jupyter-incubator/sparkmagic


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

SparkAnalytics 1.0 Edição individua 
l Anaconda com 
grãos PySpark 
Spark. Para obter 
mais informações, 
consulte sparkmagi 
c.

sagemaker-
sparkanalytics-v1

• SparkMagic 
Spark (conda-
env-sm_spar 
kmagic-sp 
arkkernel)

• SparkMagic 
PySpark (kernel 
conda-env-sm 
_sparkmagic-
pysparkpark)

• Glue Spark 
(conda-env-
sm_glue_is-
glue_spark)

• Glue Python 
[PySpark e 
Ray] (_glue_is 
-glue_pyspark) 
conda-env-sm

Python 
3.8

Use notebooks Studio Classic 483

https://github.com/jupyter-incubator/sparkmagic
https://github.com/jupyter-incubator/sparkmagic


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

TensorFlow 2.12.0 
Python 3.10 
Otimizado para 
CPU

Os AWS Deep 
Learning Container 
s para TensorFlow 
2.12.0 com CUDA 
11.2 incluem 
contêineres para 
treinamento em 
CPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

tensorflow-2.12.0- 
cpu-py310-
ubuntu20.04-
sagemaker-v1.0

Python 3 (python3) Python 
3.10

Use notebooks Studio Classic 484

https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

TensorFlow 2.12.0 
Python 3.10 
Otimizado para 
GPU

Os AWS Deep 
Learning Container 
s para TensorFlow 
2.12.0 com CUDA 
11.8 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

tensorflow-2.12.0- 
gpu-py310-cu118-
ubuntu20.04-
sagemaker-v1

Python 3 (python3) Python 
3.10

Use notebooks Studio Classic 485

https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

TensorFlow 
2.11.0 Python 3.9 
Otimizado para 
CPU

Os AWS Deep 
Learning Container 
s para TensorFlow 
2.11.0 com CUDA 
11.2 incluem 
contêineres para 
treinamento em 
CPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

tensorflow-2.11.0- 
cpu-py39- 
ubuntu20.04-
sagemaker-v1.1

Python 3 (python3) Python 
3.9

Use notebooks Studio Classic 486

https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
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Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

TensorFlow 
2.11.0 Python 3.9 
Otimizado para 
GPU

Os AWS Deep 
Learning Container 
s para TensorFlow 
2.11.0 com CUDA 
11.2 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

tensorflow-2.11.0- 
gpu-py39-cu112-
ubuntu20.04- 
sagemaker-v1.1

Python 3 (python3) Python 
3.9

Use notebooks Studio Classic 487

https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

TensorFlow 
2.10 Python 3.9 
Otimizado para 
CPU

Os AWS Deep 
Learning Container 
s for TensorFlow 
2.10 com CUDA 
11.2 incluem 
contêineres para 
treinamento em 
CPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

tensorflow-2.10.1- 
cpu-py39- 
ubuntu20.04-
sagemaker-v1.2

Python 3 (python3) Python 
3.9

Use notebooks Studio Classic 488

https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html


Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

TensorFlow 
2.10 Python 3.9 
Otimizado para 
GPU

Os AWS Deep 
Learning Container 
s for TensorFlow 
2.10 com CUDA 
11.2 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte Notas 
da versão dos 
Contêineres de 
aprendizado 
profundo.

tensorflow-2.10.1- 
gpu-py39- 
ubuntu20.04-
sagemaker-v1.2

Python 3 (python3) Python 
3.9

Use notebooks Studio Classic 489

https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
https://docs.aws.amazon.com/deep-learning-containers/latest/devguide/dlc-release-notes.html
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Amazon SageMaker Guia do Desenvolvedor

SageMaker 
Imagem

Descrição Identificador do 
recurso

Núcleos (e identific 
ador)

Versão 
do 
Python

TensorFlow 
2.6 Python 3.8 
Otimizado para 
CPU

Os AWS Deep 
Learning Container 
s for TensorFlo 
w 2.6 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informações, 
consulte AWSDeep 
Learning Container 
s for TensorFlow 
2.6.

tensorflow-2.6-cpu-
py38-ubuntu20.04- 
v1

Python 3 (python3) Python 
3.8

TensorFlow 
2.6 Python 3.8 
Otimizado para 
GPU

Os AWS Deep 
Learning Container 
s for TensorFlo 
w 2.6 com CUDA 
11.2 incluem 
contêineres para 
treinamento em 
GPU, otimizados 
para desempenh 
o e escalabilidade. 
AWS Para obter 
mais informações, 
consulte AWSDeep 
Learning Container 
s for TensorFlow 
2.6.

tensorflow-2.6-gpu-
py38-cu112-ubuntu 
20.04-v1

Python 3 (python3) Python 
3.8

Use notebooks Studio Classic 490

https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-6/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-6/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-6/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-6/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-6/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-6/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-6/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-6/


Amazon SageMaker Guia do Desenvolvedor

Imagens programadas para depreciação

SageMaker encerra o suporte para imagens no dia seguinte ao fim da vida útil de qualquer um dos 
pacotes na imagem pelo editor.

As SageMaker imagens a seguir estão programadas para serem descontinuadas. Essas imagens 
são baseadas no Python 3.7, lançado em 27 de end-of-lifejunho de 2023. A partir de 30 de outubro 
de 2023, o suporte para essas imagens SageMaker será interrompido e elas não poderão ser 
selecionadas na interface do usuário do Studio Classic. Para evitar problemas de não conformidade, 
se você estiver usando qualquer uma dessas imagens, recomendamos que você mude para uma 
imagem com uma versão posterior.

SageMaker imagens programadas para descontinuação

SageMaker 
Imagem

Data da substitui 
ção

Descrição Identificador do 
recurso

Kernels Versão 
do 
Python

Ciência de 
dados

30 de outubro de 
2023

Data 
Scienceé uma 
imagem conda
do Python 3.7 
com os pacotes 
e bibliotecas 
Python mais 
usados, como e 
Learn. NumPy 
SciKit

ciência de 
dados-1.0

Python 
3

Python 
3.7

SageMaker 
JumpStart 
Ciência de 
dados 1.0

30 de outubro de 
2023

SageMaker 
JumpStart 
Data Science 
1.0é uma 
SageMaker 
JumpStart 
imagem que 
inclui pacotes 
e bibliotecas 

sagemaker-
jumpstart-data-
science-1,0

Python 
3

Python 
3.7

Use notebooks Studio Classic 491

https://endoflife.date/python
https://docs.conda.io/projects/conda/en/latest/index.html
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SageMaker 
Imagem

Data da substitui 
ção

Descrição Identificador do 
recurso

Kernels Versão 
do 
Python

comumente 
usados.

SageMaker 
JumpStart 
MXNet 1.0

30 de outubro de 
2023

SageMaker 
JumpStart 
MXNet 1.0é 
uma SageMaker 
JumpStart 
imagem que 
inclui o MXNet.

sagemaker 
-jumpstart-
mxnet-1,0

Python 
3

Python 
3.7

SageMaker 
JumpStart 
PyTorch 1,0

30 de outubro de 
2023

SageMaker 
JumpStart 
PyTorch 1.0é 
uma SageMaker 
JumpStart 
imagem que 
inclui PyTorch.

sagemaker 
-jumpstart-
pytorch-1,0

Python 
3

Python 
3.7

SageMaker 
JumpStart 
TensorFlow 1,0

30 de outubro de 
2023

SageMaker 
JumpStart 
TensorFlo 
w 1.0 é uma 
SageMaker 
JumpStart 
imagem que 
inclui TensorFlo 
w.

sagemaker 
-jumpstart-
tensorflow-1,0

Python 
3

Python 
3.7

Use notebooks Studio Classic 492
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SageMaker 
Imagem

Data da substitui 
ção

Descrição Identificador do 
recurso

Kernels Versão 
do 
Python

SparkMagic 30 de outubro de 
2023

Edição individua 
l Anaconda 
com grãos 
PySpark Spark. 
Para obter 
mais informaçõ 
es, consulte
sparkmagic.

sagemaker-
sparkmagic

• PySpark

• Spark

Python 
3.7

TensorFlow 
2.3 Python 3.7 
Otimizado para 
CPU

30 de outubro de 
2023

Os AWS Deep 
Learning 
Containers for 
TensorFlow 
2.3 incluem 
contêineres para 
treinamento em 
CPU, otimizados 
para desempenh 
o e escalabil 
idadeAWS. 
Para obter 
mais informaçõ 
es, consulte
AWSDeep 
Learning 
Containers com 
TensorFlow 
2.3.0.

tensorflow-2.3-
cpu-py37-ubu 
ntu18.04-v1

Python 
3

Python 
3.7

Use notebooks Studio Classic 493

https://github.com/jupyter-incubator/sparkmagic
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-with-tensorflow-2-3-0/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-with-tensorflow-2-3-0/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-with-tensorflow-2-3-0/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-with-tensorflow-2-3-0/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-with-tensorflow-2-3-0/
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SageMaker 
Imagem

Data da substitui 
ção

Descrição Identificador do 
recurso

Kernels Versão 
do 
Python

TensorFlow 
2.3 Python 3.7 
Otimizado para 
GPU

30 de outubro de 
2023

Os AWS Deep 
Learning 
Containers for 
TensorFlow 
2.3 com CUDA 
11.0 incluem 
contêineres 
para treinamen 
to em GPU, 
otimizados para 
desempenho e 
escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte
AWSDeep 
Learning 
Containers for 
TensorFlow 
2.3.1 com CUDA 
11.0.

tensorflow-2.3-
gpu-py37-cu1 
10-ubuntu18.04-
v3

Python 
3

Python 
3.7

Use notebooks Studio Classic 494

https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-3-1-with-cuda-11-0/
https://aws.amazon.com/releasenotes/aws-deep-learning-containers-for-tensorflow-2-3-1-with-cuda-11-0/
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SageMaker 
Imagem

Data da substitui 
ção

Descrição Identificador do 
recurso

Kernels Versão 
do 
Python

TensorFlow 
1.15 Python 3.7 
Otimizado para 
CPU

30 de outubro de 
2023

Os AWS Deep 
Learning 
Containers for 
TensorFlow 
1.15 incluem 
contêineres 
para treinamen 
to em CPU, 
otimizados para 
desempenho e 
escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte
AWSDeep 
Learning 
Containers v7.0
for. TensorFlow

tensorflow-1.15-
cpu-py37-ub 
untu18.04-v7

Python 
3

Python 
3.7
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SageMaker 
Imagem

Data da substitui 
ção

Descrição Identificador do 
recurso

Kernels Versão 
do 
Python

TensorFlow 
1.15 Python 3.7 
Otimizado para 
GPU

30 de outubro de 
2023

Os AWS Deep 
Learning 
Containers for 
TensorFlow 
1.15 com CUDA 
11.0 incluem 
contêineres 
para treinamen 
to em GPU, 
otimizados para 
desempenho e 
escalabilidade. 
AWS Para obter 
mais informaçõ 
es, consulte
AWSDeep 
Learning 
Containers v7.0
for. TensorFlow

tensorflow-1.15-
gpu-py37-cu 
110-ubunt 
u18.04-v8

Python 
3

Python 
3.7

Personalize o Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Há quatro opções para personalizar seu ambiente Amazon SageMaker Studio Classic. Você traz sua 
própria SageMaker imagem, usa um script de configuração do ciclo de vida, anexa repositórios Git 
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sugeridos ao Studio Classic ou cria kernels usando ambientes persistentes do Conda no Amazon 
EFS. Use cada opção individualmente ou em conjunto.

• Traga sua própria SageMaker imagem: uma SageMaker imagem é um arquivo que identifica 
os kernels, pacotes de idiomas e outras dependências necessárias para executar um notebook 
Jupyter no Amazon Studio Classic. SageMaker A Amazon SageMaker fornece muitas imagens 
integradas para você usar. Se precisar de uma funcionalidade diferente, você pode trazer suas 
próprias imagens personalizadas para o Studio Classic.

• Use configurações de ciclo de vida com o Amazon SageMaker Studio Classic: as configurações de 
ciclo de vida são scripts de shell acionados por eventos do ciclo de vida do Amazon SageMaker 
Studio Classic, como iniciar um novo notebook Studio Classic. Você pode usar configurações de 
ciclo de vida para automatizar a personalização do seu ambiente Studio Classic. Por exemplo, 
você pode instalar pacotes personalizados, configurar extensões de caderno, pré-carregar 
conjuntos de dados e configurar repositórios de código-fonte.

• Anexe repositórios Git sugeridos ao Studio Classic: Você pode anexar URLs de repositórios Git 
sugeridos no domínio da Amazon SageMaker ou no nível do perfil do usuário. Em seguida, você 
pode selecionar a URL do repositório na lista de sugestões e cloná-la em seu ambiente usando a 
extensão Git no Studio Classic.

• Ambientes Conda persistentes para o volume Studio Classic Amazon EFS: o Studio Classic usa 
um volume Amazon EFS como uma camada de armazenamento persistente. Você pode salvar 
seu ambiente Conda nesse volume do Amazon EFS e, em seguida, usar o ambiente salvo para 
criar kernels. O Studio Classic seleciona automaticamente todos os ambientes válidos salvos 
no Amazon EFS como KernelGateway kernels. Esses kernels persistem até a reinicialização 
do kernel, do aplicativo e do Studio Classic. Para obter mais informações, consulte a seção
Ambientes Persist Conda para o volume EFS do Studio Classic em Quatro abordagens para 
gerenciar pacotes Python em notebooks Amazon SageMaker  Studio Classic.

Os tópicos a seguir mostram como usar essas três opções para personalizar seu ambiente Amazon 
SageMaker Studio Classic.

Tópicos

• Traga sua própria SageMaker imagem

• Use configurações de ciclo de vida com o Amazon Studio Classic SageMaker

• Anexar repositórios Git sugeridos ao Studio Classic
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Traga sua própria SageMaker imagem

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Uma SageMaker imagem é um arquivo que identifica os kernels, pacotes de idiomas e outras 
dependências necessárias para executar um notebook Jupyter no Amazon Studio Classic. 
SageMaker Essas imagens são usadas para criar um ambiente a partir do qual você executa os 
notebooks Jupyter. A Amazon SageMaker fornece muitas imagens integradas para você usar. Para 
ver a lista de imagens integradas, consulte  SageMaker Imagens da Amazon disponíveis.

Se precisar de uma funcionalidade diferente, você pode trazer suas próprias imagens personalizadas 
para o Studio Classic. Você pode criar imagens e versões de imagens e anexar versões de imagem 
ao seu domínio ou espaço compartilhado usando o painel de SageMaker controle AWS SDK for 
Python (Boto3), o e o AWS Command Line Interface(AWS CLI). Você também pode criar imagens 
e versões de imagens usando o SageMaker console, mesmo que não tenha se integrado a um 
SageMaker domínio. SageMakerfornece exemplos de Dockerfiles para usar como ponto de partida 
para suas SageMaker imagens personalizadas no repositório SageMaker Studio Classic Custom 
Image Samples.

Os tópicos a seguir explicam como trazer sua própria imagem usando o SageMaker console ouAWS 
CLI, em seguida, iniciar a imagem no Studio Classic. Para um artigo de blog semelhante, consulte
Trazendo seu próprio ambiente de R para o Amazon SageMaker Studio Classic. Para cadernos que 
mostram como trazer sua própria imagem para uso em treinamento e inferência, consulte Amazon 
SageMaker Studio Classic Container Build CLI.

Terminologia básica

A seção a seguir define os principais termos para usar sua própria imagem com o Studio Classic.

• Dockerfile: um Dockerfile é um arquivo que identifica os pacotes de idiomas e outras dependências 
da sua imagem do Docker.

• Imagem do Docker: a imagem do Docker é um Dockerfile embutido. Essa imagem é registrada no 
Amazon ECR e serve como base para a SageMaker imagem.
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• SageMaker imagem: uma SageMaker imagem é um suporte para um conjunto de versões de 
SageMaker imagem com base em imagens do Docker. Cada versão da imagem é imutável.

• Versão da imagem: uma versão de imagem de uma SageMaker imagem representa uma imagem 
do Docker e é armazenada em um repositório Amazon ECR. Cada versão da imagem é imutável. 
Essas versões de imagem podem ser anexadas a um domínio ou espaço compartilhado e usadas 
com o Studio Classic.

Tópicos

• Especificações de SageMaker imagem personalizadas

• Pré-requisitos

• Adicione uma imagem do Docker compatível com o Studio Classic ao Amazon ECR

• Crie uma SageMaker imagem personalizada

• Anexar uma SageMaker imagem personalizada

• Inicie uma SageMaker imagem personalizada no Amazon SageMaker Studio Classic

• Limpeza de recursos

Especificações de SageMaker imagem personalizadas

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

As especificações a seguir se aplicam à imagem do contêiner representada por uma versão 
SageMaker da imagem.

Executando a imagem

ENTRYPOINTe CMD as instruções são substituídas para permitir que a imagem seja executada 
como um KernelGateway aplicativo.

A porta 8888 na imagem está reservada para executar o servidor KernelGateway web.
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Interrompendo a imagem

A API DeleteApp emite o equivalente a um comando docker stop. Outros processos no 
contêiner não receberão os sinais SIGKILL/SIGTERM.

Descoberta do kernel

SageMaker reconhece os kernels conforme definido pelas especificações do kernel do Jupyter.

Você pode especificar uma lista de kernels a serem exibidos antes de executar a imagem. Se 
não for especificado, python3 será exibido. Use a DescribeAppImageConfigAPI para ver a lista de 
kernels.

Os ambientes Conda são reconhecidos como especificações do kernel por padrão.

Sistema de arquivos

Os diretórios /opt/.sagemakerinternal e /opt/ml são reservados. Qualquer dado nesses 
diretórios pode não estar visível em runtime.

Dados do usuário

Cada usuário em um domínio obtém um diretório de usuários em um volume compartilhado 
do Amazon Elastic File System na imagem. O local do diretório do usuário atual no volume do 
Amazon EFS é configurável. Por padrão, o local do diretório é /home/sagemaker-user.

SageMaker configura mapeamentos POSIX UID/GID entre a imagem e o host. O padrão é 
mapear o UID/GID do usuário raiz (0/0) para o UID/GID no host.

Você pode especificar esses valores usando a CreateAppImageConfigAPI.

Limites de GID/UID

O Amazon SageMaker Studio Classic só oferece suporte ao seguinte DefaultUID e às
DefaultGID combinações a seguir:

• DefaultUid: 1000 e DefaultGID: 100, que corresponde a um usuário sem privilégios.

• DefaultUid: 0 e defaultGID: 0, que corresponde ao acesso raiz.

Metadados

Um arquivo de metadados está localizado em /opt/ml/metadata/resource-
metadata.json. Nenhuma variável de ambiente adicional é incluída às variáveis definidas na 
imagem. Para ter mais informações, consulte Obter metadados do aplicativo.
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GPU

Em uma instância de GPU, a imagem é executada com a opção --gpus. Somente o kit de 
ferramentas CUDA deve ser incluído na imagem, não os drivers da NVIDIA. Para obter mais 
informações, consulte o Guia do usuário do NVIDIA.

Métricas e registro em log

Os registros do KernelGateway processo são enviados para a Amazon CloudWatch na conta 
do cliente. O nome do grupo de logs é /aws/sagemaker/studio. O nome do fluxo de logs é
$domainID/$userProfileName/KernelGateway/$appName.

Tamanho da imagem

Limitado a 25 GB. Para ver o tamanho da sua imagem, execute docker image ls.

Exemplo de Dockerfile

O exemplo de Dockerfile a seguir cria uma imagem baseada no Amazon Linux 2, instala pacotes de 
terceiros e o python3 kernel e define o escopo para o usuário não privilegiado.

FROM public.ecr.aws/amazonlinux/amazonlinux:2

ARG NB_USER="sagemaker-user"
ARG NB_UID="1000"
ARG NB_GID="100"

RUN \ 
    yum install --assumeyes python3 shadow-utils && \ 
    useradd --create-home --shell /bin/bash --gid "${NB_GID}" --uid ${NB_UID} 
 ${NB_USER} && \ 
    yum clean all && \ 
    python3 -m pip install ipykernel && \ 
    python3 -m ipykernel install

USER ${NB_UID}
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Pré-requisitos

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você deve atender aos seguintes pré-requisitos para trazer seu próprio contêiner para uso com o 
Amazon SageMaker Studio Classic.

• O aplicativo do Docker. Para obter informações sobre como configurar o Docker, consulte
Orientação e configuração.

• Instale o AWS CLI seguindo as etapas em Comece a usar o AWS CLI.

• Uma cópia local de qualquer Dockerfile para criar uma imagem compatível com o Studio Classic. 
Para exemplos de imagens personalizadas, consulte o repositório de amostras de imagens 
personalizadas do SageMaker Studio Classic.

• Permissões de acesso ao serviço Amazon Elastic Container Registry (Amazon ECR). Para obter 
mais informações, consulte Políticas gerenciadas do Amazon ECR.

• Uma função AWS Identity and Access Management de execução que tem a
AmazonSageMakerFullAccesspolítica anexada. Se você se integrou ao SageMaker domínio 
da Amazon, você pode obter a função na seção Resumo do domínio do painel de SageMaker 
controle.

• Instale a CLI de criação de imagem do Studio Classic seguindo as etapas no SageMaker Docker
Build. Essa CLI permite que você crie um Dockerfile usando o AWS CodeBuild.

Adicione uma imagem do Docker compatível com o Studio Classic ao Amazon ECR

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.
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Você executa as seguintes etapas para adicionar uma imagem de contêiner ao Amazon ECR:

• Crie um repositório do Amazon ECR.

• Autentique no Amazon ECR.

• Crie uma imagem Docker compatível com o Studio Classic.

• Empurre a imagem para o repositório do Amazon ECR.

Note

O repositório Amazon ECR deve estar no mesmo repositório do Studio Região da AWS 
Classic.

Para criar e adicionar uma imagem de contêiner ao Amazon ECR

1. Crie um repositório do Amazon ECR usando o comado AWS CLI. Para criar o repositório usando 
o console do Amazon ECR, consulte Criação de um repositório.

aws ecr create-repository \ 
    --repository-name smstudio-custom \ 
    --image-scanning-configuration scanOnPush=true

A resposta deve ser semelhante ao seguinte.

{ 
    "repository": { 
        "repositoryArn": "arn:aws:ecr:us-east-2:acct-id:repository/smstudio-
custom", 
        "registryId": "acct-id", 
        "repositoryName": "smstudio-custom", 
        "repositoryUri": "acct-id.dkr.ecr.us-east-2.amazonaws.com/smstudio-custom", 
        ... 
    }
}

2. Crie o Dockerfile usando a CLI de criação de imagem do Studio Classic. O ponto (.) 
especifica que o Dockerfile deve estar no contexto do comando de compilação. Esse comando 
cria a imagem e carrega a imagem criada no repositório ECR. Em seguida, ele gera o URI da 
imagem.
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sm-docker build . --repository smstudio-custom:custom

A resposta deve ser semelhante ao seguinte.

Image URI: <acct-id>.dkr.ecr.<region>.amazonaws.com/<image_name>

Crie uma SageMaker imagem personalizada

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Este tópico descreve como você pode criar uma SageMaker imagem personalizada usando o 
SageMaker console ouAWS CLI.

Quando você cria uma imagem do console, SageMaker também cria uma versão inicial da imagem. 
A versão da imagem representa uma imagem de contêiner no Registro de contêiner Amazon 
Elastic (ECR). A imagem do contêiner deve atender aos requisitos para ser usada no Amazon 
SageMaker Studio Classic. Para ter mais informações, consulte Especificações de SageMaker 
imagem personalizadas. Para obter informações sobre como testar sua imagem localmente e 
resolver problemas comuns, consulte o repositório SageMaker Studio Classic Custom Image 
Samples.

Depois de criar sua SageMaker imagem personalizada, você deve anexá-la ao seu domínio ou 
espaço compartilhado para usá-la com o Studio Classic. Para ter mais informações, consulte Anexar 
uma SageMaker imagem personalizada.

Crie uma SageMaker imagem do console

A seção a seguir demonstra como criar uma SageMaker imagem personalizada a partir do 
SageMaker console.
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Como criar uma imagem

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Imagens.

4. Na página Imagens personalizadas, escolha Criar imagem.

5. Em Fonte da imagem, insira o caminho do registro para a imagem de contêiner no Amazon 
ECR. O caminho é tem o seguinte formato:

acct-id.dkr.ecr.region.amazonaws.com/repo-name[:tag] or [@digest]

6. Escolha Próximo.

7. Em Propriedades da imagem, insira o seguinte:

• Nome da imagem – O nome deve ser exclusivo para a sua conta Região da AWS atual.

• (Opcional) Nome de exibição — O nome exibido na interface de usuário do Studio Classic. 
Quando não fornecido, Image name é exibido.

• (Opcional) Descrição – uma descrição da imagem.

• Função do IAM — A função deve ter a AmazonSageMakerFullAccesspolítica anexada. Use a 
lista suspensa para escolher uma das seguintes opções:

• Criar um novo perfil – Especifique quaisquer buckets adicionais do Amazon Simple Storage 
Service (Amazon S3) aos quais você deseja que os usuários dos cadernos tenham acesso. 
Se não quiser permitir acesso a buckets adicionais, escolha Nenhum.

SageMaker anexa a AmazonSageMakerFullAccess política à função. A função permite 
que os usuários de seus cadernos tenham acesso aos buckets do S3 listados ao lado das 
marcas de seleção.

• Insira um ARN do perfil do IAM personalizado – Insira o nome do recurso da Amazon (ARN) 
da função do IAM.

• Uso da função existente – Escolha uma das suas funções existentes na lista.

• (Opcional) Tags de imagem – Escolha Adicionar nova tag. É possível adicionar até 50 tags. As 
tags podem ser pesquisadas usando a interface de usuário do Studio Classic, o SageMaker 
console ou a SageMaker Search API.

8. Escolha Enviar.

Personalize o Studio Classic 505

https://console.aws.amazon.com/sagemaker/
https://console.aws.amazon.com/iam/home?#/policies/arn:aws:iam::aws:policy/AmazonSageMakerFullAccess


Amazon SageMaker Guia do Desenvolvedor

A nova imagem é exibida na lista de imagens personalizadas e destacada brevemente. Depois que 
a imagem for criada com êxito, você poderá escolher o nome da imagem para ver suas propriedades 
ou escolher Criar versão para criar outra versão.

Para criar outra versão da imagem

1. Escolha Criar versão na mesma linha da imagem.

2. Em Fonte da imagem, insira o caminho do registro para a imagem do contêiner no Amazon 
ECR. A imagem do contêiner não deve ser a mesma usada em uma versão anterior da 
SageMaker imagem.

Crie uma SageMaker imagem a partir do AWS CLI

Você executa as etapas a seguir para criar uma SageMaker imagem a partir da imagem do contêiner 
usando AWS CLI o.

• Crie Image.

• Crie ImageVersion.

• Criar um arquivo de configuração.

• Crie AppImageConfig.

Para criar as entidades SageMaker de imagem

1. Crie uma SageMaker imagem.

aws sagemaker create-image \ 
    --image-name custom-image \ 
    --role-arn arn:aws:iam::<acct-id>:role/service-role/<execution-role>

A resposta deve ser semelhante ao seguinte.

{ 
    "ImageArn": "arn:aws:sagemaker:us-east-2:acct-id:image/custom-image"
}

2. Crie uma versão de SageMaker imagem a partir da imagem do contêiner.

aws sagemaker create-image-version \ 
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    --image-name custom-image \ 
    --base-image <acct-id>.dkr.ecr.<region>.amazonaws.com/smstudio-custom:custom-
image

A resposta deve ser semelhante ao seguinte.

{ 
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/custom-
image/1"
}

3. Verifique se a versão da imagem foi criada com êxito.

aws sagemaker describe-image-version \ 
    --image-name custom-image \ 
    --version-number 1

A resposta deve ser semelhante ao seguinte.

{ 
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/custom-
image/1", 
    "ImageVersionStatus": "CREATED"
}

Note

Se a resposta for "ImageVersionStatus": "CREATED_FAILED", ela também 
incluirá o motivo da falha. Um problema de permissão é uma causa comum de falha. 
Você também pode verificar seus CloudWatch registros da Amazon se tiver uma 
falha ao iniciar ou executar o KernelGateway aplicativo para obter uma imagem 
personalizada. O nome do grupo de logs é /aws/sagemaker/studio. O nome do 
fluxo de logs é $domainID/$userProfileName/KernelGateway/$appName.

4. Crie um arquivo de configuração denominado app-image-config-input.json. O Name
valor de KernelSpecs deve corresponder ao nome do KernelSpec disponível na imagem 
associada a esse AppImageConfig. Esse valor diferencia maiúsculas de minúsculas. 
Você pode encontrar os KernelSpecs disponíveis em uma imagem executando jupyter-
kernelspec list partir de um shell dentro do contêiner. MountPath é o caminho dentro da 
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imagem para montar seu diretório inicial do Amazon Elastic File System (Amazon EFS). Ele 
precisa ser diferente do caminho que você usa dentro do contêiner porque esse caminho será 
substituído quando seu diretório inicial do Amazon EFS for montado.

Note

Os valores a seguir DefaultUID e DefaultGID as combinações são os únicos valores 
aceitos:

• DefaultUID: 1000 e DefaultGID: 100

• DefaultUID: 0 e DefaultGID: 0

{ 
    "AppImageConfigName": "custom-image-config", 
    "KernelGatewayImageConfig": { 
        "KernelSpecs": [ 
            { 
                "Name": "python3", 
                "DisplayName": "Python 3 (ipykernel)" 
            } 
        ], 
        "FileSystemConfig": { 
            "MountPath": "/home/sagemaker-user", 
            "DefaultUid": 1000, 
            "DefaultGid": 100 
        } 
    }
}

5. Crie o AppImageConfig usando o arquivo criado na etapa anterior.

aws sagemaker create-app-image-config \ 
    --cli-input-json file://app-image-config-input.json

A resposta deve ser semelhante ao seguinte.

{ 
    "AppImageConfigArn": "arn:aws:sagemaker:us-east-2:acct-id:app-image-config/
custom-image-config"
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}

Anexar uma SageMaker imagem personalizada

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Para usar uma SageMaker imagem personalizada, você deve anexar uma versão da imagem ao 
seu domínio ou espaço compartilhado. Quando você anexa uma versão de imagem, ela aparece no 
SageMaker Studio Classic Launcher e está disponível na lista suspensa Selecionar imagem, que os 
usuários usam para iniciar uma atividade ou alterar a imagem usada por um notebook.

Para disponibilizar uma SageMaker imagem personalizada para todos os usuários em um domínio, 
você anexa a imagem ao domínio. Para disponibilizar uma imagem para todos os usuários em um 
espaço compartilhado, você pode anexar a imagem ao espaço compartilhado. Para disponibilizar 
uma imagem para um único usuário, você anexa a imagem ao perfil do usuário. Quando você anexa 
uma imagem, SageMaker usa a versão mais recente da imagem por padrão. Você também pode 
anexar uma versão específica da imagem. Depois de anexar a versão, você pode escolher a versão 
no SageMaker Launcher ou no seletor de imagens ao iniciar um notebook.

Há um limite para o número de versões de imagem que podem ser anexadas a qualquer momento. 
Depois de atingir o limite, você deve desanexar uma versão para anexar outra versão da imagem.

As seções a seguir demonstram como anexar uma SageMaker imagem personalizada ao seu 
domínio usando o SageMaker console ou AWS CLI o. Você só pode anexar uma imagem 
personalizada a um espaço compartilhado usando o AWS CLI.

Anexar a SageMaker imagem a um domínio

Anexe a SageMaker imagem usando o console

Este tópico descreve como você pode anexar uma versão de SageMaker imagem personalizada 
existente ao seu domínio usando o painel SageMaker de controle. Você também pode criar uma 
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SageMaker imagem personalizada e uma versão da imagem e, em seguida, anexar essa versão ao 
seu domínio. Para obter o procedimento para criar uma imagem e uma versão da imagem, consulte
Crie uma SageMaker imagem personalizada.

Para anexar uma imagem existente

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, selecione o Domínio ao qual anexar a imagem.

5. Na página de Detalhes do domínio, selecione a guia de Ambiente.

6. Na guia Ambiente, em Imagens personalizadas do SageMaker Studio Classic anexadas ao 
domínio, escolha Anexar imagem.

7. Em Fonte da imagem, escolha Imagem existente.

8. Escolha uma imagem existente na lista.

9. Escolha uma versão da imagem na lista.

10. Escolha Próximo.

11. Verifique os valores para Nome da imagem, Nome de exibição da imagem e Descrição.

12. Escolha a Função do IAM. Para ter mais informações, consulte Crie uma SageMaker imagem 
personalizada.

13. (Opcional) Adicione tags para a imagem.

14. Especifique o caminho de montagem do EFS. Esse é o caminho dentro da imagem para montar 
o diretório inicial do Amazon Elastic File System (EFS) do usuário.

15. Em Tipo de imagem, selecione Imagem de SageMaker estúdio

16. Em Nome do kernel, insira o nome de um kernel existente na imagem. Para obter informações 
sobre como obter as informações do kernel da imagem, consulte DEVELOPMENT no repositório 
SageMaker Studio Classic Custom Image Samples. Para obter mais informações, consulte as 
seções Descoberta do kernel e Dados do usuário do Especificações de SageMaker imagem 
personalizadas.

17. (Opcional) Em Nome de exibição do kernel, insira o nome de exibição do kernel.

18. Escolha Adicionar kernel.

19. Escolha Enviar.
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• Aguarde até que a versão da imagem seja anexada ao domínio. Quando anexada, a versão 
é exibida na lista de imagens personalizadas e destacada brevemente.

Anexe a SageMaker imagem usando o AWS CLI

As seções a seguir demonstram como anexar uma SageMaker imagem personalizada ao criar um 
novo domínio ou atualizar seu domínio existente usando AWS CLI o.

Anexar a SageMaker imagem a um novo domínio

A seção a seguir demonstra como criar um novo domínio com a versão anexada. Estas etapas 
exigem que você especifique as informações e a função de execução da Nuvem privada virtual 
(VPC) da Amazon necessária para criar o domínio. Você executa as etapas a seguir para criar o 
domínio e anexar a SageMaker imagem personalizada:

• Obtenha seu ID de VPC e IDs de sub-rede por padrão.

• Crie o arquivo de configuração para o domínio, que especifica a imagem.

• Crie um domínio com o arquivo de configuração.

Para adicionar a SageMaker imagem personalizada ao seu domínio

1. Obtenha seu ID de VPC padrão.

aws ec2 describe-vpcs \ 
    --filters Name=isDefault,Values=true \ 
    --query "Vpcs[0].VpcId" --output text

A resposta deve ser semelhante ao seguinte.

vpc-xxxxxxxx

2. Obtenha os IDs de sub-rede padrão usando o ID da VPC da etapa anterior.

aws ec2 describe-subnets \ 
    --filters Name=vpc-id,Values=<vpc-id> \ 
    --query "Subnets[*].SubnetId" --output json

A resposta deve ser semelhante ao seguinte.
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[ 
    "subnet-b55171dd", 
    "subnet-8a5f99c6", 
    "subnet-e88d1392"
]

3. Crie um arquivo de configuração denominado create-domain-input.json. Insira o ID da 
VPC, os IDs de sub-rede, ImageName e AppImageConfigName das etapas anteriores. Como o
ImageVersionNumber não está especificado, a versão mais recente da imagem é usada, que 
é a única versão nesse caso.

{ 
    "DomainName": "domain-with-custom-image", 
    "VpcId": "<vpc-id>", 
    "SubnetIds": [ 
        "<subnet-ids>" 
    ], 
    "DefaultUserSettings": { 
        "ExecutionRole": "<execution-role>", 
        "KernelGatewayAppSettings": { 
            "CustomImages": [ 
                { 
                    "ImageName": "custom-image", 
                    "AppImageConfigName": "custom-image-config" 
                } 
            ] 
        } 
    }, 
    "AuthMode": "IAM"
}

4. Crie o domínio com a SageMaker imagem personalizada anexada.

aws sagemaker create-domain \ 
    --cli-input-json file://create-domain-input.json

A resposta deve ser semelhante ao seguinte.

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx", 
    "Url": "https://d-xxxxxxxxxxxx.studio.us-east-2.sagemaker.aws/..."
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}

Anexe a SageMaker imagem ao seu domínio atual

Se você se integrou a um SageMaker domínio, poderá anexar a imagem personalizada ao seu 
domínio atual. Para obter mais informações sobre a integração em um SageMaker domínio, 
consulteVisão geral SageMaker do Amazon Domain. Você não precisa especificar as informações 
sobre a VPC e o perfil de execução ao anexar uma imagem personalizada ao seu domínio atual. 
Depois de anexar a versão, você deve excluir todos os aplicativos em seu domínio e reabrir o Studio 
Classic. Para obter informações sobre como excluir aplicativos, consulte Excluir um SageMaker 
domínio da Amazon.

Você executa as etapas a seguir para adicionar a SageMaker imagem ao seu domínio atual.

• Obtenha seu no painel DomainID de SageMaker controle.

• Use o DomainID para obter o DefaultUserSettings para o domínio.

• Adicione o ImageName e AppImageConfig como uma CustomImage ao
DefaultUserSettings.

• Atualize seu domínio para incluir a imagem personalizada.

Para adicionar a SageMaker imagem personalizada ao seu domínio

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, selecione o Domínio ao qual anexar a imagem.

5. Na página de detalhes do domínio, selecione a guia Configurações do domínio.

6. Na guia Configurações do domínio, em Configurações gerais, encontre o DomainId. O ID está 
no seguinte formato: d-xxxxxxxxxxxx.

7. Use o ID do domínio para obter a descrição do domínio.

aws sagemaker describe-domain \ 
    --domain-id <d-xxxxxxxxxxxx>

A resposta deve ser semelhante ao seguinte.
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{ 
    "DomainId": "d-xxxxxxxxxxxx", 
    "DefaultUserSettings": { 
      "KernelGatewayAppSettings": { 
        "CustomImages": [ 
        ], 
        ... 
      } 
    }
}

8. Salve a seção de configurações padrão do usuário da resposta em um arquivo chamado
default-user-settings.json.

9. Insira o ImageName e AppImageConfigName das etapas anteriores como uma imagem 
personalizada. Como o ImageVersionNumber não está especificado, a versão mais recente 
da imagem é usada, que é a única versão nesse caso.

{ 
    "DefaultUserSettings": { 
        "KernelGatewayAppSettings": {  
           "CustomImages": [  
              {  
                 "ImageName": "string", 
                 "AppImageConfigName": "string" 
              } 
           ], 
           ... 
        } 
    }
}

10. Use o ID do domínio e o arquivo de configurações padrão do usuário para atualizar seu domínio.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://default-user-settings.json

A resposta deve ser semelhante ao seguinte.

{ 
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    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

Anexe a SageMaker imagem a um espaço compartilhado

Você só pode anexar a SageMaker imagem a um espaço compartilhado usando AWS CLI o. 
Depois de anexar a versão, você deve excluir todos os aplicativos em seu espaço compartilhado e 
reabrir o Studio Classic. Para obter informações sobre como excluir aplicativos, consulte Excluir um 
SageMaker domínio da Amazon.

Você executa as etapas a seguir para adicionar a SageMaker imagem a um espaço compartilhado.

• Obtenha seu no painel DomainID de SageMaker controle.

• Use o DomainID para obter o DefaultSpaceSettings para o domínio.

• Adicione o ImageName e AppImageConfig como uma CustomImage ao
DefaultSpaceSettings.

• Atualize seu domínio para incluir a imagem personalizada com o espaço compartilhado.

Para adicionar a SageMaker imagem personalizada ao seu espaço compartilhado

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, selecione o Domínio ao qual anexar a imagem.

5. Na página de detalhes do domínio, selecione a guia Configurações do domínio.

6. Na guia Configurações do domínio, em Configurações gerais, encontre o DomainId. O ID está 
no seguinte formato: d-xxxxxxxxxxxx.

7. Use o ID do domínio para obter a descrição do domínio.

aws sagemaker describe-domain \ 
    --domain-id <d-xxxxxxxxxxxx>

A resposta deve ser semelhante ao seguinte.

{ 
    "DomainId": "d-xxxxxxxxxxxx", 
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    ... 
    "DefaultSpaceSettings": { 
      "KernelGatewayAppSettings": { 
        "CustomImages": [ 
        ], 
        ... 
      } 
    }
}

8. Salve a seção de configurações padrão do espaço da resposta em um arquivo chamado
default-space-settings.json.

9. Insira ImageName e AppImageConfigName das etapas anteriores como uma imagem 
personalizada. Como ImageVersionNumber não está especificado, a versão mais recente da 
imagem é usada, que é a única versão nesse caso.

{ 
    "DefaultSpaceSettings": { 
        "KernelGatewayAppSettings": {  
           "CustomImages": [  
              {  
                 "ImageName": "string", 
                 "AppImageConfigName": "string" 
              } 
           ], 
           ... 
        } 
    }
}

10. Use o ID do domínio e o arquivo de configurações padrão do espaço para atualizar seu domínio.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://default-space-settings.json

A resposta deve ser semelhante ao seguinte.

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}
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Veja a imagem anexada em SageMaker

Depois de criar a SageMaker imagem personalizada e anexá-la ao seu domínio, a imagem aparece 
na guia Ambiente do Domínio. Você só pode visualizar as imagens anexadas para espaços 
compartilhados AWS CLI usando o comando a seguir.

aws sagemaker describe-domain \ 
    --domain-id <d-xxxxxxxxxxxx>

Inicie uma SageMaker imagem personalizada no Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Depois de criar sua SageMaker imagem personalizada e anexá-la ao seu domínio ou espaço 
compartilhado, a imagem personalizada e o kernel aparecem nos seletores na caixa de diálogo
Alterar ambiente do Studio Classic Launcher.

Para executar e selecionar sua imagem personalizada e kernel

1. No Amazon SageMaker Studio Classic, abra o Launcher. Para abrir o Launcher, escolha
Amazon SageMaker Studio Classic no canto superior esquerdo da interface do Studio Classic ou 
use o atalho Ctrl + Shift + L de teclado.

Para saber mais sobre todas as formas disponíveis parar abrir o inicializador, consulte Use o 
Amazon SageMaker Studio Classic Launcher
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2. No inicializador, na seção Cadernos e recursos de computação, escolha Alterar ambiente.

3. Na caixa de diálogo Alterar ambiente, use os menus suspensos para selecionar sua imagem na 
seção Imagem personalizada e seu Kernel, depois escolha Selecionar.

4. No Inicializador, escolha Criar caderno ou Abrir terminal de imagem. Seu caderno ou terminal é 
iniciado na Imagem personalizada e kernel selecionados.

Para alterar sua imagem ou kernel em um caderno aberto, consulte Alterar uma imagem ou um 
kernel.

Note

Se você encontrar um erro ao iniciar a imagem, verifique seus CloudWatch registros da 
Amazon. O nome do grupo de logs é /aws/sagemaker/studio. O nome do fluxo de logs é
$domainID/$userProfileName/KernelGateway/$appName.
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Limpeza de recursos

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

As seções a seguir mostram como limpar os recursos que você criou nas seções anteriores a partir 
do SageMaker console ouAWS CLI. Você executa as seguintes etapas para limpar os recursos:

• Separe a imagem e as versões da imagem do seu domínio.

• Exclua a imagem, a versão da imagem e a configuração da imagem do aplicativo.

• Exclua a imagem de contêiner e o repositório do Amazon ECR. Para obter mais informações, 
consulte Excluir um repositório.

Limpe os recursos do SageMaker console

A seção a seguir mostra como limpar recursos do SageMaker console.

Quando você separa uma imagem de um domínio, todas as versões da imagem são separadas. 
Quando uma imagem é separada, todos os usuários do domínio perdem o acesso às versões da 
imagem. Um caderno em execução que tem uma sessão de kernel em uma versão da imagem 
quando a versão é desvinculada continua em execução. Quando o caderno é interrompido ou o 
kernel é desligado, a versão da imagem fica indisponível.

Para desassociar uma imagem

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Imagens.

4. Em Imagens do Custom SageMaker Studio Classic anexadas ao domínio, escolha a imagem e 
escolha Desanexar.

5. (Opcional) Para excluir a imagem e todas as versões SageMaker, selecione Excluir também as 
imagens selecionadas... . Isso não exclui as imagens de contêiner associadas do Amazon ECR.
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6. Escolha Desassociar.

Limpe os recursos do AWS CLI

A seção a seguir mostra como limpar esses recursos do AWS CLI.

Como limpar recursos

1. Separe a imagem e as versões da imagem do seu domínio passando uma lista vazia de 
imagens personalizadas para o domínio. Abra o arquivo default-user-settings.json
que você criou em Anexe a SageMaker imagem ao seu domínio atual. Para desassociar a 
imagem e a versão da imagem de um espaço compartilhado, abra o arquivo default-space-
settings.json.

2. Exclua as imagens personalizadas e salve o arquivo.

"DefaultUserSettings": { 
  "KernelGatewayAppSettings": { 
     "CustomImages": [ 
     ], 
     ... 
  }, 
  ...
}

3. Use o ID do domínio e o arquivo de configurações padrão do usuário para atualizar seu domínio. 
Para atualizar seu espaço compartilhado, use o arquivo de configurações de espaço padrão.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://default-user-settings.json

A resposta deve ser semelhante ao seguinte.

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

4. Exclua a configuração da imagem do aplicativo.

aws sagemaker delete-app-image-config \ 
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    --app-image-config-name custom-image-config

5. Exclua a SageMaker imagem, o que também exclui todas as versões da imagem. As imagens 
de contêiner no ECR que são representadas pelas versões da imagem não são excluídas.

aws sagemaker delete-image \ 
    --image-name custom-image

Use configurações de ciclo de vida com o Amazon Studio Classic SageMaker

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

As configurações de ciclo de vida são scripts de shell acionados por eventos de ciclo de vida do 
Amazon SageMaker Studio Classic, como iniciar um novo notebook Studio Classic. Você pode usar 
configurações de ciclo de vida para automatizar a personalização do seu ambiente Studio Classic. 
Essa personalização inclui a instalação de pacotes personalizados, a configuração de extensões 
do caderno, o pré-carregamento de conjuntos de dados e a configuração de repositórios de código-
fonte.

O uso de configurações de ciclo de vida oferece flexibilidade e controle para configurar o Studio 
Classic de acordo com suas necessidades específicas. Por exemplo, você pode criar um conjunto 
mínimo de imagens básicas de contêiner com os pacotes e bibliotecas mais usados e, em seguida, 
usar configurações de ciclo de vida para instalar pacotes adicionais para casos de uso específicos 
em suas equipes de ciência de dados e machine learning.

Para ver exemplos de scripts de configuração do ciclo de vida, consulte o repositório de exemplos 
de configuração do ciclo de vida do Studio Classic. GitHub Para um blog sobre a implementação da 
configuração do ciclo de vida, consulte Personalizar o Amazon SageMaker Studio Classic usando 
configurações de ciclo de vida.
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Note

Cada script tem um limite de 16.384 caracteres.

Tópicos

• Criar e associar uma configuração de ciclo de vida

• Defina as configurações padrão do ciclo de vida

• Configuração de depuração do ciclo de vida

• Atualize e separe as configurações do ciclo de vida

Criar e associar uma configuração de ciclo de vida

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

SageMaker A Amazon fornece aplicativos interativos que habilitam a interface visual, a criação 
de código e a experiência de execução do Studio Classic. Esta série mostra como criar uma 
configuração de ciclo de vida e associá-la a um SageMaker domínio.

Os tipos de aplicativos podem ser JupyterServer ouKernelGateway.

• JupyterServeraplicativos: Esse tipo de aplicativo permite o acesso à interface visual do 
Studio Classic. Cada usuário e espaço compartilhado no Studio Classic recebem seu próprio 
JupyterServer aplicativo.

• KernelGatewayaplicativos: esse tipo de aplicativo permite o acesso ao ambiente de execução de 
código e aos kernels de seus notebooks e terminais Studio Classic. Para obter mais informações, 
consulte Jupyter Kernel Gateway.

Para obter mais informações sobre a arquitetura do Studio Classic e os aplicativos do Studio Classic, 
consulte Usar notebooks Amazon SageMaker Studio Classic.
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Tópicos

• Crie uma configuração de ciclo de vida do AWS CLI

• Crie uma configuração de ciclo de vida a partir do console SageMaker

Crie uma configuração de ciclo de vida do AWS CLI

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O tópico a seguir mostra como criar uma configuração de ciclo de vida usando o AWS CLI para 
automatizar a personalização do seu ambiente Studio Classic.

Pré-requisitos

Antes de começar, conclua os pré-requisitos a seguir:

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS CLI atual.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

• Integre o SageMaker domínio seguindo as etapas emVisão geral SageMaker do Amazon Domain.

Etapa 1: Criar uma configuração de ciclo de vida

O procedimento a seguir mostra como criar um script de configuração do ciclo de vida que imprime
Hello World.

Note

Cada script pode ter até 16.384 caracteres.

1. De sua máquina local, crie um arquivo denominado my-script.sh com o conteúdo a seguir.
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#!/bin/bash
set -eux
echo 'Hello World!'

2. Converter seu arquivo my-script.sh no formato base64. Esse requisito evita erros que 
ocorram devido à codificação de espaçamento e quebra de linha.

LCC_CONTENT=`openssl base64 -A -in my-script.sh`

3. Crie uma configuração de ciclo de vida para uso com o Studio Classic. O comando a seguir cria 
uma configuração de ciclo de vida que é executada quando você inicia uma aplicação associada
KernelGateway.

aws sagemaker create-studio-lifecycle-config \
--region region \
--studio-lifecycle-config-name my-studio-lcc \
--studio-lifecycle-config-content $LCC_CONTENT \
--studio-lifecycle-config-app-type KernelGateway 

Anote o ARN da configuração de ciclo de vida recém-criada que é retornada. Esse ARN é 
obrigatório para anexar a configuração do ciclo de vida ao seu aplicativo.

Etapa 2: anexar a configuração do ciclo de vida ao seu domínio, perfil de usuário ou espaço 
compartilhado

Para anexar a configuração do ciclo de vida, você deve atualizar o UserSettings de seu domínio 
ou perfil de usuário ou o SpaceSettings de um espaço compartilhado. Os scripts de configuração 
do ciclo de vida associados no nível do domínio são herdados por todos os usuários. No entanto, os 
scripts associados no nível do perfil do usuário têm como escopo um usuário específico, enquanto os 
scripts associados no nível do espaço compartilhado têm como escopo o espaço compartilhado.

O exemplo a seguir mostra como criar um novo perfil de usuário com a configuração de ciclo de vida 
anexada. Você também pode criar um novo domínio ou espaço com uma configuração de ciclo de 
vida anexada usando os comandos create-domain e create-space, respectivamente.

Adicione o ARN da configuração do ciclo de vida da etapa anterior às configurações do tipo 
de aplicação. Por exemplo, coloque-o no JupyterServerAppSettings do usuário. Você 
pode adicionar várias configurações de ciclo de vida ao mesmo tempo passando uma lista de 
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configurações de ciclo de vida. Quando um usuário inicia um JupyterServer aplicativo com oAWS 
CLI, ele pode passar uma configuração de ciclo de vida para usar em vez da padrão. A configuração 
do ciclo de vida que o usuário passa deve pertencer à lista de configurações do ciclo de vida em
JupyterServerAppSettings.

# Create a new UserProfile
aws sagemaker create-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"JupyterServerAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
}'

O exemplo a seguir mostra como atualizar um espaço compartilhado existente para anexar a 
configuração de ciclo de vida. Você também pode atualizar um domínio ou perfil de usuário existente 
com uma configuração de ciclo de vida anexada usando o comando ou domínio de atualização.
update-user-profile Ao atualizar a lista de configurações de ciclo de vida anexada, você deve passar 
todas as configurações de ciclo de vida como parte da lista. Se uma configuração de ciclo de vida 
não fizer parte dessa lista, ela não será anexada ao aplicativo.

aws sagemaker update-space --domain-id domain-id \
--space-name space-name \
--region region \
--space-settings '{
"JupyterServerAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
}'

Para obter informações sobre como definir uma configuração de ciclo de vida padrão para um 
recurso, consulte Defina as configurações padrão do ciclo de vida.

Etapa 3: Iniciar aplicação com configuração de ciclo de vida

Depois de anexar uma configuração de ciclo de vida a um domínio, perfil de usuário ou espaço, o 
usuário pode selecioná-la ao iniciar um aplicativo com o AWS CLI. Esta seção descreve como iniciar 
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um aplicativo com uma configuração de ciclo de vida anexada. Para obter informações sobre como 
alterar a configuração padrão do ciclo de vida após iniciar um JupyterServer aplicativo, consulte.
Defina as configurações padrão do ciclo de vida

Inicie o tipo de aplicativo desejado usando o comando create-app e especifique o ARN da 
configuração do ciclo de vida no argumento resource-spec.

• O exemplo a seguir mostra como criar um aplicativo JupyterServer com uma configuração do 
ciclo de vida associado. Ao criar o JupyterServer, o app-name deve ser default. O ARN 
de configuração do ciclo de vida passado como parte do parâmetro resource-spec deve fazer 
parte da lista de ARNs de configuração do ciclo de vida especificada nos UserSettings para seu 
domínio ou perfil de usuário ou SpaceSettings para um espaço compartilhado.

aws sagemaker create-app --domain-id domain-id \
--region region \
--user-profile-name user-profile-name \
--app-type JupyterServer \
--resource-spec LifecycleConfigArn=lifecycle-configuration-arn \
--app-name default

• O exemplo a seguir mostra como criar um aplicativo KernelGateway com uma configuração do 
ciclo de vida associado.

aws sagemaker create-app --domain-id domain-id \
--region region \
--user-profile-name user-profile-name \
--app-type KernelGateway \
--resource-spec LifecycleConfigArn=lifecycle-configuration-
arn,SageMakerImageArn=sagemaker-image-arn,InstanceType=instance-type \
--app-name app-name

Crie uma configuração de ciclo de vida a partir do console SageMaker

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.
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O tópico a seguir mostra como criar uma configuração de ciclo de vida a partir do SageMaker 
console da Amazon para automatizar a personalização do seu ambiente Studio Classic.

Pré-requisitos

Antes que você possa começar este tutorial, conclua os seguintes pré-requisitos:

• Faça parte do Amazon SageMaker Studio Classic. Para obter mais informações, consulte Onboard 
to Amazon SageMaker Studio Classic.

Etapa 1: Criar uma nova configuração de ciclo de vida

Você pode criar uma configuração de ciclo de vida inserindo um script no console da Amazon 
SageMaker.

Note

Cada script pode ter até 16.384 caracteres.

O procedimento a seguir mostra como criar um script de configuração do ciclo de vida que imprime
Hello World.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações administrativas, escolha Configurações do ciclo de vida.

4. Escolha a guia Studio.

5. Escolha Criar configuração.

6. Em Selecionar tipo de configuração, selecione o tipo de aplicativo ao qual a configuração do 
ciclo de vida deve ser anexada. Para obter mais informações sobre como selecionar a qual 
aplicativo anexar a configuração do ciclo de vida, consulte Defina as configurações padrão do 
ciclo de vida.

7. Escolha Próximo.

8. Na seção chamada Ajustes de configuração, insira um nome para sua configuração de ciclo de 
vida.

9. Na seção Scripts, insira o conteúdo a seguir.
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#!/bin/bash
set -eux
echo 'Hello World!'

10. (Opcional) Crie uma tag para sua configuração de ciclo de vida.

11. Escolha Enviar.

Etapa 2: Anexar a configuração do ciclo de vida a um domínio ou perfil de usuário

Os scripts de configuração do ciclo de vida associados no nível do domínio são herdados por todos 
os usuários. No entanto, os scripts associados no nível do perfil do usuário têm como escopo um 
usuário específico.

Você pode anexar várias configurações de ciclo de vida a um domínio ou perfil de usuário para 
ambos JupyterServer e aplicativos. KernelGateway

Note

Para anexar uma configuração de ciclo de vida a um espaço compartilhado, você deve usar 
o AWS CLI. Para ter mais informações, consulte Crie uma configuração de ciclo de vida do 
AWS CLI.

As seções a seguir mostram como anexar uma configuração de ciclo de vida para seu domínio ou 
perfil de usuário.

Anexar a um domínio

Veja a seguir como anexar uma configuração de ciclo de vida ao seu domínio existente a partir do 
SageMaker console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de domínios, selecione o domínio ao qual anexar a configuração do ciclo de vida.

5. Em Detalhes do domínio, escolha a guia de Ambiente.

6. Em Configurações de duração para aplicativos pessoais do Studio, escolha Anexar.
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7. Em Origem, escolha Configuração existente.

8. Em Configurações do ciclo de vida do Studio, selecione a configuração do ciclo de vida que você 
criou na etapa anterior.

9. Selecione Anexar a domínio.

Anexar ao seu perfil de usuário

Veja a seguir como anexar uma configuração de ciclo de vida ao seu perfil de usuário existente.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de domínios, selecione o domínio que contém o perfil do usuário para anexar a 
configuração do ciclo de vida.

5. Em Perfis de usuário, selecione o perfil do usuário.

6. Na página Detalhes do usuário, escolha Editar.

7. No painel de navegação à esquerda, escolha Configurações do Studio.

8. Em Configurações de ciclo de vida anexadas ao usuário, escolha Anexar.

9. Em Origem, escolha Configuração existente.

10. Em Configurações do ciclo de vida do Studio, selecione a configuração do ciclo de vida que você 
criou na etapa anterior.

11. Escolha Anexar ao perfil do usuário.

Etapa 3: Iniciar um aplicativo com configuração de ciclo de vida

Depois de anexar uma configuração de ciclo de vida a um domínio ou perfil de usuário, você pode 
iniciar um aplicativo com essa configuração de ciclo de vida anexada. A escolha da configuração de 
ciclo de vida com a qual iniciar depende do tipo de aplicativo.

• JupyterServer: ao iniciar um JupyterServer aplicativo a partir do console, SageMaker sempre usa 
a configuração padrão do ciclo de vida. Você não pode usar uma configuração de ciclo de vida 
diferente ao iniciar a partir do console. Para obter informações sobre como alterar a configuração 
padrão do ciclo de vida após iniciar um JupyterServer aplicativo, consulte. Defina as configurações 
padrão do ciclo de vida
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Para selecionar uma configuração de ciclo de vida anexada diferente, você deve iniciar com o 
AWS CLI. Para obter mais informações sobre como iniciar um JupyterServer aplicativo com uma 
configuração de ciclo de vida anexada a partir doAWS CLI, consulte. Crie uma configuração de 
ciclo de vida do AWS CLI

• KernelGateway: você pode selecionar qualquer uma das configurações de ciclo de vida anexadas 
ao iniciar um KernelGateway aplicativo usando o Studio Classic Launcher.

O procedimento a seguir descreve como iniciar um KernelGateway aplicativo com uma configuração 
de ciclo de vida anexada a SageMaker partir do console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Inicie o Studio Classic. Para ter mais informações, consulte Inicie o Amazon SageMaker Studio 
Classic.

3. Na interface do Studio Classic, abra o Studio Classic Launcher. Para ter mais informações, 
consulte Use o Amazon SageMaker Studio Classic Launcher.

4. No Studio Classic Launcher, navegue até a seção Notebooks e recursos computacionais.

5. Clique no botão Criar ambiente.

6. Na caixa de diálogo Alterar ambiente, use as listas suspensas para selecionar sua imagem,
kernel, tipo de instância e um script de inicialização. Se não houver uma configuração padrão do 
ciclo de vida, o valor padrão do script de inicialização será No script. Caso contrário, o valor 
do script de inicialização é sua configuração de ciclo de vida padrão. Depois de selecionar uma 
configuração de ciclo de vida, será possível visualizar o script inteiro.

7. Clique em Selecionar.

8. De volta ao Inicializador, clique em Criar caderno para iniciar um novo kernel de caderno com a 
configuração de imagem e ciclo de vida selecionada.

Etapa 4: visualizar logs de uma configuração de ciclo de vida

Você pode visualizar os registros da configuração do ciclo de vida depois que ela for anexada a um 
domínio ou perfil de usuário.

1. Primeiro, forneça acesso CloudWatch à sua função AWS Identity and Access Management 
(IAM). Adicione permissões de leitura para o grupo de log e fluxos de log a seguir.

• Grupo de logs:/aws/sagemaker/studio
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• Fluxo de logs:domain/user-profile/app-type/app-name/
LifecycleConfigOnStart

Para obter informações sobre como adicionar permissões, consulte Habilitar o registro em 
determinados serviços AWS.

2. No Studio Classic, navegue até o

ícone Running Terminals and Kernels para monitorar sua configuração do ciclo de vida.

3. Selecione uma aplicação na lista de aplicativos em execução. Aplicativos com 
configurações de ciclo de vida anexadas têm um ícone indicador anexado

.

4. Selecione o ícone indicador do seu aplicativo. Isso abre um novo painel que lista a configuração 
do ciclo de vida.

5. No novo painel, selecione View logs. Isso abre uma nova guia que exibe os registros.

Defina as configurações padrão do ciclo de vida

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Embora você possa anexar vários scripts de configuração de ciclo de vida a um único recurso, 
você só pode definir uma configuração de ciclo de vida padrão para cada aplicativo. JupyterServer 
KernelGateway O comportamento da configuração padrão do ciclo de vida depende se ela está 
definida para JupyterServer ou KernelGateway para aplicativos.

• JupyterServer aplicativos: quando definido como o script de configuração de ciclo de vida 
padrão para JupyterServer aplicativos, o script de configuração do ciclo de vida é executado 
automaticamente quando o usuário entra no Studio Classic pela primeira vez ou reinicia o Studio 
Classic. Use essa configuração de ciclo de vida padrão para automatizar ações de configuração 
únicas para o ambiente de desenvolvedor do Studio Classic, como instalar extensões de notebook 
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ou configurar um repositório. GitHub Para ver um exemplo disso, consulte Personalizar o Amazon 
SageMaker Studio usando configurações de ciclo de vida.

• KernelGateway aplicativos: quando definida como o script de configuração de ciclo de vida padrão 
para KernelGateway aplicativos, a configuração do ciclo de vida é selecionada por padrão no 
inicializador do Studio Classic. Os usuários podem iniciar um caderno ou terminal com o script 
padrão selecionado, ou podem selecionar um diferente na lista de configurações do ciclo de vida.

SageMaker suporta a definição de uma configuração de ciclo de vida padrão para os seguintes 
recursos:

• Domínios

• Perfis de usuário

• Espaços compartilhados

Embora domínios e perfis de usuário suportem a definição de uma configuração de ciclo de 
vida padrão tanto no SageMaker console da Amazon quanto nos espaços compartilhadosAWS 
Command Line Interface, os espaços compartilhados oferecem suporte apenas à definição de uma 
configuração de ciclo de vida padrão a partir do. AWS CLI

Você pode definir uma configuração de ciclo de vida como padrão ao criar um novo recurso ou 
atualizar um recurso existente. Os tópicos a seguir demonstram como definir uma configuração de 
ciclo de vida padrão usando o SageMaker console e. AWS CLI

Herança de configuração de ciclo de vida padrão

As configurações padrão do ciclo de vida definidas no nível do domínio são herdadas por todos 
os usuários e espaços compartilhados. As configurações padrão do ciclo de vida definidas no 
nível do usuário e do espaço compartilhado têm como escopo somente esse usuário ou espaço 
compartilhado. Os padrões de usuário e espaço substituem os padrões definidos no nível do 
domínio.

Um conjunto de configurações de KernelGateway ciclo de vida padrão para um domínio se aplica 
a todos os KernelGateway aplicativos lançados no domínio. A menos que o usuário selecione 
uma configuração de ciclo de vida diferente da lista apresentada no inicializador do Studio Classic, 
a configuração de ciclo de vida padrão será usada. O script padrão também é executado se No 
Script for selecionado pelo usuário. Para obter mais informações sobre a seleção de um script, 
consulte Etapa 3: Iniciar um aplicativo com configuração de ciclo de vida.
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Tópicos

• Definir padrões a partir do AWS CLI

• Definir padrões a partir do console SageMaker

Definir padrões a partir do AWS CLI

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode definir scripts de configuração de ciclo de vida padrão a partir do AWS CLI para os 
seguintes recursos:

• Domínios

• Perfis de usuário

• Espaços compartilhados

As seções a seguir descrevem como definir scripts de configuração de ciclo de vida padrão a partir 
do AWS CLI.

Tópicos

• Pré-requisitos

• Defina uma configuração de ciclo de vida padrão ao criar um novo recurso

• Definir uma configuração de ciclo de vida padrão para um recurso existente

Pré-requisitos

Antes de começar, conclua os pré-requisitos a seguir:

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS CLI atual.
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• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

• Integre o SageMaker domínio seguindo as etapas emVisão geral SageMaker do Amazon Domain.

• Crie uma configuração de ciclo de vida seguindo as etapas em Criar e associar uma configuração 
de ciclo de vida.

Defina uma configuração de ciclo de vida padrão ao criar um novo recurso

Para definir uma configuração de ciclo de vida padrão ao criar um novo domínio, perfil de usuário ou 
espaço, transmita o ARN da configuração de ciclo de vida criada anteriormente como parte de um 
dos seguintes comandos AWS CLI:

• create-user-profile

• create-domain

• create-space

Você deve passar o ARN da configuração do ciclo de vida para os seguintes valores nas 
KernelGateway configurações padrão: JupyterServer

• DefaultResourceSpec:LifecycleConfigArn - Isso especifica a configuração padrão do ciclo 
de vida para o tipo de aplicativo.

• LifecycleConfigArns - Essa é a lista de todas as configurações de ciclo de vida anexadas ao 
tipo de aplicativo. A configuração padrão do ciclo de vida também deve fazer parte dessa lista.

Por exemplo, a chamada de API a seguir cria um novo perfil de usuário com uma configuração de 
ciclo de vida padrão.

aws sagemaker create-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"KernelGatewayAppSettings": { 
    "DefaultResourceSpec": {  
            "InstanceType": "ml.t3.medium", 
            "LifecycleConfigArn": "lifecycle-configuration-arn" 
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         }, 
    "LifecycleConfigArns": [lifecycle-configuration-arn-list] 
  }
}'

Definir uma configuração de ciclo de vida padrão para um recurso existente

Para definir ou atualizar a configuração padrão do ciclo de vida de um recurso existente, passe 
o ARN da configuração de ciclo de vida criada anteriormente como parte de um dos seguintes 
comandos AWS CLI:

• update-user-profile

• update-domain

• update-space

Você deve passar o ARN da configuração do ciclo de vida para os seguintes valores nas 
KernelGateway configurações padrão: JupyterServer

• DefaultResourceSpec:LifecycleConfigArn - Isso especifica a configuração padrão do ciclo 
de vida para o tipo de aplicativo.

• LifecycleConfigArns - Essa é a lista de todas as configurações de ciclo de vida anexadas ao 
tipo de aplicativo. A configuração padrão do ciclo de vida também deve fazer parte dessa lista.

Por exemplo, a chamada de API a seguir atualiza um perfil de usuário com uma configuração de 
ciclo de vida padrão.

aws sagemaker update-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"KernelGatewayAppSettings": { 
    "DefaultResourceSpec": { 
            "InstanceType": "ml.t3.medium", 
            "LifecycleConfigArn": "lifecycle-configuration-arn" 
         }, 
    "LifecycleConfigArns": [lifecycle-configuration-arn-list] 
  }
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}'

A chamada de API a seguir atualiza um domínio para definir uma nova configuração de ciclo de vida 
padrão.

aws sagemaker update-domain --domain-id domain-id \
--region region \
--default-user-settings '{
"JupyterServerAppSettings": { 
    "DefaultResourceSpec": { 
            "InstanceType": "ml.t3.medium", 
            "LifecycleConfigArn": "lifecycle-configuration-arn" 
         }, 
    "LifecycleConfigArns": [lifecycle-configuration-arn-list] 
  }
}'

Definir padrões a partir do console SageMaker

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode definir scripts de configuração de ciclo de vida padrão no SageMaker console para os 
seguintes recursos.

• Domínios

• Perfis de usuário

Você não pode definir scripts de configuração de ciclo de vida padrão para espaços compartilhados 
no SageMaker console. Para obter informações sobre como definir padrões para espaços 
compartilhados, consulte Definir padrões a partir do AWS CLI.

As seções a seguir descrevem como definir scripts de configuração de ciclo de vida padrão a partir 
do console. SageMaker
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Tópicos

• Pré-requisitos

• Definir uma configuração de ciclo de vida padrão para um domínio

• Definir uma configuração de ciclo de vida padrão para um perfil do usuário

Pré-requisitos

Antes de começar, conclua os pré-requisitos a seguir:

• Integre o SageMaker domínio seguindo as etapas emVisão geral SageMaker do Amazon Domain.

• Crie uma configuração de ciclo de vida seguindo as etapas em Criar e associar uma configuração 
de ciclo de vida.

Definir uma configuração de ciclo de vida padrão para um domínio

O procedimento a seguir mostra como definir uma configuração de ciclo de vida padrão para um 
domínio a SageMaker partir do console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Na lista de domínios, selecione o nome do domínio para o qual definir a configuração de ciclo de 
vida padrão.

3. Na página Detalhes do domínio, escolha a guia de Ambiente.

4. Em Configurações de ciclo de vida para aplicativos pessoais do Studio, selecione a configuração 
do ciclo de vida que você deseja definir como padrão para o domínio. Você pode definir padrões 
distintos para aplicativos JupyterServer e KernelGateway aplicativos.

5. Escolha Definir como padrão. Isso abre uma janela pop-up que lista os padrões atuais 
JupyterServer e KernelGateway os aplicativos.

6. Escolha Definir como padrão para definir a configuração do ciclo de vida como padrão para seu 
respectivo tipo de aplicativo.

Definir uma configuração de ciclo de vida padrão para um perfil do usuário

O procedimento a seguir mostra como definir uma configuração de ciclo de vida padrão para um 
perfil de usuário no SageMaker console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.
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2. Na lista de domínios, selecione o nome do domínio que contém o perfil de usuário para o qual 
você deseja definir a configuração padrão do ciclo de vida.

3. Da página Detalhes do Domínio, escolha a guia Perfis de usuário.

4. Selecione o nome do perfil do usuário para o qual definir a configuração padrão do ciclo de vida. 
Isso abre uma página de Detalhes do usuário.

5. Na página Detalhes do usuário, escolha Editar. Isso abre uma página Editar perfil de usuário.

6. Na página Editar perfil de usuário, escolha Etapa 2 Configurações do Studio.

7. Em Configurações do ciclo de vida anexadas ao usuário, selecione a configuração do ciclo de 
vida que você deseja definir como padrão para o perfil do usuário. Você pode definir padrões 
distintos para aplicativos JupyterServer e KernelGateway aplicativos.

8. Escolha Definir como padrão. Isso abre uma janela pop-up que lista os padrões atuais 
JupyterServer e KernelGateway os aplicativos.

9. Escolha Definir como padrão para definir a configuração do ciclo de vida como padrão para seu 
respectivo tipo de aplicativo.

Configuração de depuração do ciclo de vida

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Os tópicos a seguir mostram como obter informações e depurar as configurações do ciclo de vida.

Tópicos

• Verifique o processo de configuração do ciclo de vida a partir do Logs CloudWatch

• JupyterServer falha no aplicativo

• KernelGateway falha no aplicativo

• Tempo limite de configuração do ciclo de vida
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Verifique o processo de configuração do ciclo de vida a partir do Logs CloudWatch

Somente as configurações de ciclo de vida registram STDOUT e STDERR.

STDOUT é a saída padrão para scripts bash. Você pode escrever em STDERR anexando >&2 ao final 
de um comando bash. Por exemplo, echo 'hello'>&2.

Os registros de suas configurações de ciclo de vida são publicados para você usando Conta da AWS 
a Amazon. CloudWatch Esses registros podem ser encontrados no fluxo de /aws/sagemaker/
studio registros no CloudWatch console.

1. Abra o CloudWatch console em https://console.aws.amazon.com/cloudwatch/.

2. Escolha Registros em log no lado esquerdo. Na lista suspensa, selecionar o Grupo de logs.

3. Na página Grupos de logs, pesquise por aws/sagemaker/studio.

4. Selecione o grupo de logs .

5. Na página Detalhes do grupo de logs, escolha a guia Streams de log.

6. Para encontrar os logs de um aplicativo específico, pesquise os streamings de logs usando o 
seguinte formato:

domain-id/user-profile-name/app-type/app-name

Por exemplo, para encontrar os registros de configuração do ciclo de vida para domínio d-
m85lcu8vbqmz, perfil do usuário i-sonic-js, tipo de aplicativo JupyterServer e nome do 
aplicativo test-lcc-echo, use a seguinte string de pesquisa:

d-m85lcu8vbqmz/i-sonic-js/JupyterServer/test-lcc-echo 

7. Selecione o Streams de log anexado com LifecycleConfigOnStart para ver os logs de 
execução do script.

JupyterServer falha no aplicativo

Se seu JupyterServer aplicativo falhar devido a um problema com a configuração do ciclo de vida 
anexada, o Studio Classic exibirá a seguinte mensagem de erro na tela de inicialização do Studio 
Classic.

Failed to create SageMaker Studio due to start-up script failure
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Selecione o View script logs link para ver os CloudWatch registros do seu JupyterServer 
aplicativo.

Caso a configuração do ciclo de vida com defeito seja especificada no seu domínio, perfil
DefaultResourceSpec de usuário ou espaço compartilhado, o Studio Classic continua usando a 
configuração do ciclo de vida mesmo depois de reiniciar o Studio Classic.

Para resolver esse erro, siga as etapas em Defina as configurações padrão do ciclo de vida para 
remover o script de configuração do ciclo de vida do DefaultResourceSpec ou selecionar outro 
script como padrão. Em seguida, inicie um novo JupyterServer aplicativo.

KernelGateway falha no aplicativo

Se seu KernelGateway aplicativo falhar devido a um problema com a configuração do ciclo de vida 
anexada, o Studio Classic exibirá a mensagem de erro em seu notebook Studio Classic.

Escolha View script logs ver os CloudWatch registros do seu KernelGateway aplicativo.

Nesse caso, sua configuração de ciclo de vida é especificada no Studio Classic Launcher ao iniciar 
um novo notebook Studio Classic.

Para resolver esse erro, use o inicializador do Studio Classic para selecionar uma configuração de 
ciclo de vida diferente ou selecionar. No script

Note

Uma configuração de KernelGateway ciclo de vida padrão especificada em
DefaultResourceSpec se aplica a todas as KernelGateway imagens no domínio, perfil de 
usuário ou espaço compartilhado, a menos que o usuário selecione um script diferente da 
lista apresentada no inicializador do Studio Classic. O script padrão também é executado se
No Script for selecionado pelo usuário. Para obter mais informações sobre a seleção de 
um script, consulte Etapa 3: Iniciar um aplicativo com configuração de ciclo de vida.

Tempo limite de configuração do ciclo de vida

Há um limite de tempo limite de configuração do ciclo de vida de 5 minutos. Se um script de 
configuração do ciclo de vida demorar mais de 5 minutos para ser executado, o Studio Classic gerará 
um erro.
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Para resolver esse erro, certifique-se de que seu script de configuração do ciclo de vida seja 
concluído em menos de 5 minutos.

Para ajudar a diminuir o tempo de execução de scripts, tente o seguinte:

• Reduza as etapas necessárias. Por exemplo, limite os ambientes conda nos quais instalar pacotes 
grandes.

• Execute tarefas em processos paralelos.

• Use o comando nohup em seu script para garantir que os sinais de desligamento sejam ignorados 
e não interrompam a execução do script.

Atualize e separe as configurações do ciclo de vida

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Não é possível alterar um script de configuração de ciclo de vida depois de criado. Para atualizar 
seu script, você deve criar um novo script de configuração do ciclo de vida e anexá-lo ao respectivo 
domínio, perfil de usuário ou espaço compartilhado. Para obter mais informações sobre criar e 
gerenciar a configuração de ciclo de vida, consulte Criar e associar uma configuração de ciclo de 
vida.

O tópico a seguir mostra como desanexar uma configuração de ciclo de vida usando o console e. 
AWS CLI SageMaker

Tópicos

• Pré-requisitos

• Separe usando o AWS CLI

Pré-requisitos

Antes de desanexar uma configuração de ciclo de vida, você deve preencher o pré-requisito a seguir.
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• Para separar com sucesso uma configuração de ciclo de vida, nenhum aplicativo em execução 
pode estar usando a configuração de ciclo de vida. Você deve primeiro desligar os aplicativos em 
execução, conforme mostrado em Desligue e atualize os aplicativos SageMaker Studio Classic e 
Studio Classic.

Separe usando o AWS CLI

Para separar uma configuração de ciclo de vida usando o AWS CLI, remova a configuração de ciclo 
de vida desejada da lista de configurações de ciclo de vida anexada ao recurso e passe a lista como 
parte do respectivo comando:

• update-user-profile

• update-domain

• update-space

Por exemplo, o comando a seguir remove todas as configurações de ciclo de vida KernelGateways 
anexadas ao domínio.

aws sagemaker update-domain --domain-id domain-id \
--region region \
--default-user-settings '{
"KernelGatewayAppSettings": { 
  "LifecycleConfigArns": 
    [] 
  }
}'

Anexar repositórios Git sugeridos ao Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.
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O Amazon SageMaker Studio Classic oferece uma extensão Git para você inserir a URL de 
um repositório Git (repo), cloná-lo em seu ambiente, enviar alterações e visualizar o histórico 
de commits. Além dessa extensão do Git, você também pode anexar URLs de repositórios Git 
sugeridos no domínio da Amazon SageMaker ou no nível do perfil do usuário. Em seguida, você 
pode selecionar a URL do repositório na lista de sugestões e cloná-la em seu ambiente usando a 
extensão Git no Studio Classic.

Os tópicos a seguir mostram como anexar URLs do repositório Git a um domínio ou perfil de usuário 
a partir do console. AWS CLI SageMaker Você também aprenderá a desassociar esses URLs do 
repositório.

Tópicos

• Anexar um repositório Git a partir do AWS CLI

• Anexar um repositório Git a partir do console SageMaker

• Desassociar repositórios do Git

Anexar um repositório Git a partir do AWS CLI

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O tópico a seguir mostra como anexar uma URL do repositório Git usando oAWS CLI, para que o 
Amazon SageMaker Studio Classic a sugira automaticamente para clonagem. Depois de anexar a 
URL do repositório Git, você pode cloná-la seguindo as etapas em Clone um repositório SageMaker 
Git no Studio Classic.

Pré-requisitos

Antes de começar, conclua os pré-requisitos a seguir:

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da CLI AWS atual.
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• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

• Faça a integração com o Amazon SageMaker Domain. Para ter mais informações, consulte Visão 
geral SageMaker do Amazon Domain.

Anexar o repositório Git a um domínio ou perfil de usuário

Os URLs do repositório Git associados no nível do domínio são herdados por todos os usuários. No 
entanto, as URLs do repositório do Git associadas no nível do perfil do usuário têm como escopo 
um usuário específico. Você pode anexar vários URLs do repositório Git a um domínio ou perfil de 
usuário passando uma lista de URLs do repositório.

As seções a seguir mostram como anexar uma URL do repositório Git ao seu domínio e perfil de 
usuário.

Anexar a um domínio

O comando a seguir anexa uma URL do repositório Git a um domínio existente.

aws sagemaker update-domain --region region --domain-id domain-id \ 
    --default-user-settings 
 JupyterServerAppSettings={CodeRepositories=[{RepositoryUrl="repository"}]}

Anexar ao uma perfil de usuário

Veja a seguir como anexar uma URL do repositório Git a um perfil de usuário existente.

aws sagemaker update-user-profile --domain-id domain-id --user-profile-name user-name\ 
    --user-settings 
 JupyterServerAppSettings={CodeRepositories=[{RepositoryUrl="repository"}]}

Anexar um repositório Git a partir do console SageMaker

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 

Personalize o Studio Classic 544

https://docs.aws.amazon.com/general/latest/gr/aws-sec-cred-types.html
https://docs.aws.amazon.com/general/latest/gr/aws-sec-cred-types.html


Amazon SageMaker Guia do Desenvolvedor

aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O tópico a seguir mostra como associar uma URL do repositório Git do SageMaker console da 
Amazon para cloná-la em seu ambiente Studio Classic. Depois de associar a URL do repositório Git, 
você pode cloná-la seguindo as etapas em Clone um repositório SageMaker Git no Studio Classic.

Pré-requisitos

Antes de começar este tutorial, você deve se conectar ao Amazon SageMaker Domain. Para ter mais 
informações, consulte Visão geral SageMaker do Amazon Domain.

Anexar o repositório Git a um domínio ou perfil de usuário

Os URLs do repositório Git associados no nível do domínio são herdados por todos os usuários. 
No entanto, a URL do repositório Git associadas no nível do perfil do usuário têm como escopo um 
usuário específico.

As seções a seguir mostram como anexar uma URL do repositório Git a um domínio e perfil de 
usuário.

Anexar a um domínio

Para anexar uma URL do repositório Git a um domínio existente

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio ao qual anexar o repositório Git.

5. Na página de Detalhes do Domínio, escolha a guia Ambiente.

6. Na guia Repositórios de código sugeridos para o domínio, escolha Anexar.

7. Em Fonte, insira a URL do repositório Git.

8. Selecione Anexar a domínio.

Anexar ao uma perfil de usuário

Veja a seguir como anexar uma URL do repositório Git a um perfil de usuário existente.
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Para anexar a URL do repositório Git a um perfil de usuário

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio que inclui o perfil do usuário ao qual anexar o repositório Git.

5. Na página Detalhes do Domínio, escolha a guia Perfis de usuário.

6. Selecione o perfil do usuário ao qual anexar a URL do repositório Git.

7. Na página Detalhes do usuário, escolha Editar.

8. Na página de configurações do Studio, escolha Anexar na seção Repositórios de código 
sugeridos para o usuário.

9. Em Fonte, insira a URL do repositório Git.

10. Escolha Anexar ao usuário.

Desassociar repositórios do Git

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Este guia mostra como separar URLs do repositório Git de um domínio ou perfil de usuário da 
SageMaker Amazon usando AWS CLI o console da Amazon. SageMaker

Tópicos

• Desassociar um repositório Git usando o AWS CLI

• Desanexe o repositório Git usando o console SageMaker

Desassociar um repositório Git usando o AWS CLI

Para desassociar todos os URLs do repositório Git de um domínio ou perfil de usuário, você deve 
passar uma lista vazia de repositórios de código. Essa lista é passada como parte do parâmetro
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JupyterServerAppSettings em um comando update-domain ou update-user-profile. 
Para desassociar somente uma URL do repositório Git, passe a lista de repositórios de código sem a 
URL desejada do repositório Git. Esta seção mostra como desassociar todos os URLs do repositório 
Git do seu domínio ou perfil de usuário usando o AWS Command Line Interface (AWS CLI).

Desassociar de um domínio

O comando a desassocia todos os URLs do repositório Git de um domínio.

aws sagemaker update-domain --region region --domain-name domain-name \ 
    --domain-settings JupyterServerAppSettings={CodeRepositories=[]}

Desassociar de um perfil de usuário

O comando a desassocia todos os URLs do repositório Git de um perfil de usuário.

aws sagemaker update-user-profile --domain-name domain-name --user-profile-name user-
name\ 
    --user-settings JupyterServerAppSettings={CodeRepositories=[]}

Desanexe o repositório Git usando o console SageMaker

As seções a seguir mostram como desanexar uma URL do repositório Git de um domínio ou perfil de 
usuário usando o console. SageMaker

Desassociar de um domínio

Use as etapas a seguir para desassociar uma URL de repositório do Git de um domínio existente.

Para desassociar um URL do repositório Git de um domínio existente

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio com o URL do repositório Git que você deseja desassociar.

5. Na página de Detalhes do Domínio, escolha a guia Ambiente.

6. Na guia Repositórios de código sugeridos para o domínio, selecione a URL do repositório Git 
para desassociar.
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7. Escolha Desassociar.

8. Da nova janela, escolha Desassociar.

Desassociar de um perfil de usuário

Use as etapas a seguir para desassociar uma URL de repositório do Git de um perfil de usuário.

Para desassociar uma URL do repositório Git de um perfil de usuário

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio que inclua o Perfil do usuário do URL do repositório Git que você deseja 
desassociar.

5. Na página Detalhes do Domínio, escolha a guia Perfis de usuário.

6. Selecione o perfil do usuário do URL do repositório Git que você deseja desassociar.

7. Na página Detalhes do usuário, escolha Editar.

8. Na página de Configurações do Studio, selecione a URL do repositório Git a ser desanexada da 
guia Repositórios de código sugeridos para o usuário.

9. Escolha Desassociar.

10. Da nova janela, escolha Desassociar.

Execute tarefas comuns no Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

As seções a seguir descrevem como realizar tarefas comuns no Amazon SageMaker Studio Classic. 
Para obter uma visão geral da interface do Studio Classic, consulteVisão geral da interface do 
usuário do Amazon SageMaker Studio Classic.
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Tópicos

• Carregar arquivos para o SageMaker Studio Classic

• Clone um repositório SageMaker Git no Studio Classic

• Pare um Training Job no SageMaker Studio Classic

• Use TensorBoard no Amazon SageMaker Studio Classic

• Uso CodeWhisperer e CodeGuru extensões com SageMaker

• Gerencie seu volume de armazenamento do Amazon EFS no SageMaker Studio Classic

• Forneça feedback sobre o SageMaker Studio Classic

• Desligue e atualize os aplicativos SageMaker Studio Classic e Studio Classic

Carregar arquivos para o SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Quando você se integra ao Amazon SageMaker Studio Classic, um diretório inicial é criado para 
você no volume do Amazon Elastic File System (Amazon EFS) que foi criado para sua equipe. O 
Studio Classic só pode abrir arquivos que foram enviados para o seu diretório. O navegador de 
arquivos Studio Classic mapeia para seu diretório inicial.

Note

O Studio Classic não suporta o upload de pastas. Embora você só possa fazer upload de 
arquivos individuais, você pode carregar vários arquivos ao mesmo tempo.

Para fazer o upload de arquivos para o diretório inicial

1. Na barra lateral à esquerda, escolha o ícone Navegador de arquivos (

).
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2. No navegador de arquivos, escolha o ícone Fazer upload de arquivos

( ).

3. Selecione os arquivos que você quer fazer upload e escolha Abrir.

4. Clique duas vezes em um arquivo para abri-lo em uma nova guia no Studio Classic.

Clone um repositório SageMaker Git no Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O Amazon SageMaker Studio Classic só pode se conectar a um repositório Git local (repo). Isso 
significa que você deve clonar o repositório Git de dentro do Studio Classic para acessar os arquivos 
no repositório. O Studio Classic oferece uma extensão do Git para você inserir a URL de um 
repositório Git, cloná-lo em seu ambiente, enviar alterações e visualizar o histórico de confirmações. 
Se o repositório for privado e requer credenciais para ser acessado, você será solicitado a inserir 
suas credenciais do usuário. Isso inclui seu nome de usuário e o token de acesso pessoal. Para 
obter mais informações sobre token de acesso pessoal, consulte Gerenciar seus tokens de acesso 
pessoal.

Os administradores também podem anexar URLs sugeridos do repositório Git no nível do domínio ou 
perfil do usuário da Amazon SageMaker . Os usuários podem então selecionar o URL do repositório 
na lista de sugestões e cloná-lo no Studio Classic. Para obter mais informações sobre como anexar 
repositórios sugeridos, consulte Anexar repositórios Git sugeridos ao Studio Classic.

O procedimento a seguir mostra como clonar um GitHub repositório do Studio Classic.

Para clonar o repositório

1. Na barra lateral à esquerda, escolha o ícone Git (

).

2. Escolha Clonar um repositório. Essa ação abre uma nova janela.
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3. Na janela Clonar repositório Git, insira a URL no seguinte formato para o repositório Git que 
você deseja clonar ou selecione um repositório na lista de Repositórios sugeridos.

https://github.com/path-to-git-repo/repo.git

4. Se você inseriu a URL do repositório Git manualmente, selecione Clonar "git-url" na lista 
suspensa.

5. Em Diretório do projeto para clonar, insira o caminho para o diretório local no qual você 
deseja clonar o repositório Git. Se esse valor for deixado em branco, o Studio Classic clona o 
repositório no diretório JupyterLab raiz.

6. Escolha Clonar. Isso abre uma nova janela do terminal.

7. Se o repositório requer credenciais, você será solicitado que insira seu nome de usuário e 
token de acesso pessoal. Esse prompt não aceita senhas, você deve usar um token de acesso 
pessoal. Para obter mais informações sobre token de acesso pessoal, consulte Gerenciar seus 
tokens de acesso pessoal.

8. Aguarde o término do download. Depois que o repositório for clonado, o Navegador de arquivos
é aberto para exibir o repositório clonado.

9. Clique duas vezes no repositório para abri-lo.

10. Escolha o ícone do Git para ver a interface de usuário do Git, que agora rastreia o repositório.

11. Para rastrear um repositório diferente, abra o repositório no navegador de arquivos e escolha o 
ícone do Git.

Pare um Training Job no SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Você pode interromper um trabalho de treinamento com a interface do usuário do Amazon 
SageMaker Studio Classic. Quando você interrompe um trabalho de treinamento, o status muda para
Stopping, no qual o tempo de cobrança cessa. Um algoritmo pode atrasar o término para salvar 
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artefatos do modelo e, depois disso, o status do trabalho mudará para Stopped. Para obter mais 
informações, consulte o método stop_training_job no AWS SDK for Python (Boto3).

Como interromper um trabalho de treinamento

1. Siga o procedimento Visualizar, pesquisar e comparar execuções de experimentos nesta página 
até que a guia Descrever componentes de teste seja aberta.

2. No lado superior direito da guia, escolha Interromper trabalho de treinamento. O Status no canto 
superior esquerdo da guia será alterado para Parado.

3. Para visualizar o tempo de treinamento e o tempo de faturamento, escolha Configurações da 
AWS.

Use TensorBoard no Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O documento a seguir descreve como instalar e executar TensorBoard no Amazon SageMaker 
Studio Classic.

Note

Este guia mostra como abrir o TensorBoard aplicativo por meio de um servidor de notebook 
SageMaker Studio Classic de um perfil de usuário de SageMaker domínio individual. Para 
uma TensorBoard experiência mais abrangente integrada ao SageMaker treinamento e às 
funcionalidades de controle de acesso do SageMaker Domain, consulteUse TensorBoard 
para depurar e analisar trabalhos de treinamento na Amazon SageMaker.

Pré-requisitos

Este tutorial requer um SageMaker domínio. Para obter mais informações, consulte Visão geral 
SageMaker do Amazon Domain.
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Configurar o TensorBoardCallback

1. Inicie o Studio Classic e abra o Launcher. Para obter mais informações, consulte Use o Amazon 
SageMaker Studio Classic Launcher.

2. No Amazon SageMaker Studio Classic Launcher, emNotebooks and compute resources, 
escolha o botão Alterar ambiente.

3. Na caixa de diálogo Alterar ambiente, use os menus suspensos para selecionar a imagem do
TensorFlow 2.6 Python 3.8 CPU Optimized Studio Classic.

4. De volta ao Inicializador, clique no quadro Criar caderno. Seu caderno é iniciado e aberto em 
uma nova guia do Studio Classic.

5. Execute esse código de dentro das células do seu caderno.

6. Importe os pacotes necessários.

import os
import datetime
import tensorflow as tf

7. Crie um modelo Keras.

mnist = tf.keras.datasets.mnist

(x_train, y_train),(x_test, y_test) = mnist.load_data()
x_train, x_test = x_train / 255.0, x_test / 255.0

def create_model(): 
  return tf.keras.models.Sequential([ 
    tf.keras.layers.Flatten(input_shape=(28, 28)), 
    tf.keras.layers.Dense(512, activation='relu'), 
    tf.keras.layers.Dropout(0.2), 
    tf.keras.layers.Dense(10, activation='softmax') 
  ])

8. Crie um diretório para seus TensorBoard registros

LOG_DIR = os.path.join(os.getcwd(), "logs/fit/" + 
 datetime.datetime.now().strftime("%Y%m%d-%H%M%S"))

9. Execute o treinamento com TensorBoard.

model = create_model()
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model.compile(optimizer='adam', 
              loss='sparse_categorical_crossentropy', 
              metrics=['accuracy']) 
               
               
tensorboard_callback = tf.keras.callbacks.TensorBoard(log_dir=LOG_DIR, 
 histogram_freq=1)

model.fit(x=x_train, 
          y=y_train, 
          epochs=5, 
          validation_data=(x_test, y_test), 
          callbacks=[tensorboard_callback])

10. Gere o caminho do EFS para os TensorBoard registros. Você usa esse caminho para configurar 
seus registros a partir do terminal.

EFS_PATH_LOG_DIR = "/".join(LOG_DIR.strip("/").split('/')[1:-1])
print (EFS_PATH_LOG_DIR)

Recupere o EFS_PATH_LOG_DIR. Você precisará dele na seção TensorBoard de instalação.

Instalar TensorBoard

1. Clique no Amazon SageMaker Studio Classic botão no canto superior esquerdo do Studio 
Classic para abrir o Amazon SageMaker Studio Classic Launcher. Esse Inicializador deve 
ser aberto a partir do seu diretório raiz. Para obter mais informações, consulte Use o Amazon 
SageMaker Studio Classic Launcher.

2. No Inicializador, em Utilities and files, clique em System terminal.

3. No terminal, execute os comandos a seguir. Copie EFS_PATH_LOG_DIR do caderno Jupyter. 
Você pode fazer isso executando o diretório raiz /home/sagemaker-user.

pip install tensorboard
tensorboard --logdir <EFS_PATH_LOG_DIR>

Lançamento TensorBoard

1. Para iniciar TensorBoard, copie seu URL do Studio Classic e lab? substitua-o pelo
proxy/6006/ seguinte. É necessário incluir o caractere antecedente /.
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https://<YOUR_URL>.studio.region.sagemaker.aws/jupyter/default/proxy/6006/

2. Navegue até o URL para examinar seus resultados.

Uso CodeWhisperer e CodeGuru extensões com SageMaker

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

O Amazon SageMaker Studio Classic é um ambiente de aprendizado de máquina integrado no qual 
você pode criar, treinar, implantar e analisar seus modelos, tudo no mesmo aplicativo. Este tópico 
mostra como gerar recomendações de código e sugerir melhorias relacionadas a problemas de 
código usando a Amazon CodeWhisperer e a Amazon CodeGuru com a Amazon SageMaker.

A seguintes extensões oferecem suporte à escrita de código gerando recomendações de código e 
sugerindo melhorias relacionadas a problemas de código:

• Amazon CodeWhisperer

• Amazon CodeGuru

O que é a Amazon CodeWhisperer?

A Amazon CodeWhisperer é um serviço baseado em aprendizado de máquina que ajuda a melhorar 
a produtividade do desenvolvedor. CodeWhisperer consegue isso gerando recomendações de 
código com base nos comentários dos desenvolvedores em linguagem natural e em seu código 
no IDE. Durante a versão prévia, a Amazon CodeWhisperer está disponível para Java, Python 
JavaScript, C# e TypeScript linguagens de programação. O serviço se integra ao JupyterLab 
Amazon SageMaker Studio Classic, às instâncias de SageMaker notebook da Amazon e a outros 
ambientes de desenvolvimento integrados (IDEs).

Para obter mais informações, consulte Configuração CodeWhisperer com o Amazon SageMaker 
Studio Classic.
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O que é a Amazon CodeGuru?

A Amazon CodeGuru Security usa raciocínio automatizado e aprendizado de máquina informado 
pelas melhores práticas AWS de segurança. CodeGuru A segurança cria automaticamente políticas 
de segurança abrangentes, detecta vulnerabilidades de segurança em seu código e sugere 
melhorias de qualidade. Juntas, essas recomendações podem ajudar você a criar e implantar 
aplicativos protegidos.

CodeGuru A segurança melhora a segurança do seu código das seguintes maneiras:

• Detecta proativamente violações e vulnerabilidades da política de segurança.

• Fornece recomendações para lidar com os riscos de segurança.

• Sugere melhorias em métodos ineficientes.

A partir de SageMaker, você pode chamar a CodeGuru Segurança usando o plug-in Jupyter de 
código aberto. Você pode usar a CodeGuru Segurança para escanear notebooks em busca de 
uma variedade de problemas que podem afetar a segurança, a correção, a reprodutibilidade, a 
capacidade de manutenção e o desempenho do seu código. Para obter mais informações, consulte
Tutorial: Executar escaneamentos com o SageMaker Studio Classic e. JupyterLab

Gerencie seu volume de armazenamento do Amazon EFS no SageMaker Studio 
Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Na primeira vez que um usuário da sua equipe se integra ao Amazon SageMaker Studio Classic, a 
Amazon SageMaker cria um volume do Amazon Elastic File System (Amazon EFS) para a equipe. 
Um diretório inicial é criado no volume para cada usuário que se integra ao Studio Classic como 
parte de sua equipe. Os arquivos de blocos de anotações e de dados são armazenados nesses 
diretórios. Os usuários não têm acesso aos diretórios de base de outros membros da equipe. O 
Amazon SageMaker Domain não oferece suporte à montagem de volumes personalizados ou 
adicionais do Amazon EFS.
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Important

Não exclua o volume do Amazon EFS. Se você excluí-lo, o domínio não funcionará mais, e 
todos os usuários perderão seus trabalhos.

Para encontrar seu volume do Amazon EFS

1. Abra o console de SageMaker .

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, selecione o domínio para o qual encontrar o ID.

5. Na página de detalhes do domínio, selecione a guia Configurações do domínio.

6. Em Configurações gerais, encontre o ID do domínio. O ID estará no seguinte formato: d-
xxxxxxxxxxxx.

7. Passe o Domain ID, os DomainId, para o método describe_domain.

8. Na resposta do describe_domain, anote o valor para a chave HomeEfsFileSystemId. Este 
é o ID do sistema de arquivos do Amazon EFS.

9. Abra o Console do Amazon EFS . Certifique-se de que a AWS região seja a mesma usada pelo 
Studio Classic.

10. Em Sistemas de arquivos, escolha o ID do sistema de arquivos da etapa anterior.

11. Para verificar se você escolheu o sistema de arquivos correto, selecione o cabeçalho Tags. O 
valor correspondente à chave ManagedByAmazonSageMakerResource deve corresponder ao
Studio Classic ID.

Para obter informações sobre como acessar o volume do Amazon EFS, consulte Uso de sistemas de 
arquivos no Amazon EFS.

Para excluir o volume do Amazon EFS, consulte Excluir um sistema de arquivos do Amazon EFS.

Forneça feedback sobre o SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
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aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

A Amazon SageMaker leva seus comentários a sério. Recomendamos que você envie seu feedback.

Como fornecer feedback

1. À direita do SageMaker Studio Classic, encontre o ícone Feedback

( ).

2. Escolha um emoji sorridente para nos dizer o quanto você está satisfeito com o SageMaker 
Studio Classic e adicione qualquer feedback que queira compartilhar conosco.

3. Decida se deseja compartilhar sua identidade conosco e escolha Enviar.

Desligue e atualize os aplicativos SageMaker Studio Classic e Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Os tópicos a seguir mostram como desligar e atualizar os aplicativos SageMaker Studio Classic e 
Studio Classic.

O Studio Classic fornece um ícone de notificação 

( ) 
no canto superior direito da interface do usuário do Studio Classic. Esse ícone de notificação exibe o 
número de avisos não lidos. Para ler os avisos, selecione o ícone.

O Studio Classic fornece dois tipos de notificações:

• Atualização — Exibida quando o Studio Classic ou um dos aplicativos do Studio Classic lançam 
uma nova versão. Para atualizar o Studio Classic, consulteDesligue e atualize o SageMaker Studio 
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Classic. Para atualizar os aplicativos do Studio Classic, consulteDesligue e atualize os aplicativos 
do Studio Classic.

• Informações – Exibidas para novos recursos e outras informações.

Para redefinir o ícone de notificação, você deve selecionar o link em cada aviso. As notificações 
de leitura ainda podem ser exibidas no ícone. Isso não indica que as atualizações ainda sejam 
necessárias após a atualização dos aplicativos Studio Classic e Studio Classic.

Para saber como atualizar o Amazon SageMaker Data Wrangler, consulte. Desligue e atualize os 
aplicativos do Studio Classic

Para garantir que você tenha as atualizações de software mais recentes, atualize o Amazon 
SageMaker Studio Classic e seus aplicativos Studio Classic usando os métodos descritos nos 
tópicos a seguir.

Tópicos

• Desligue e atualize o SageMaker Studio Classic

• Desligue e atualize os aplicativos do Studio Classic

Desligue e atualize o SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Para atualizar o Amazon SageMaker Studio Classic para a versão mais recente, você deve desligar 
o JupyterServer aplicativo. Você pode desligar o JupyterServer aplicativo pelo SageMaker console, 
pelo Amazon SageMaker Studio ou pelo Studio Classic. Depois que o JupyterServer aplicativo for 
encerrado, você deverá reabrir o Studio Classic por meio do SageMaker console ou do Studio, que 
cria uma nova versão do JupyterServer aplicativo.

Você não pode excluir o JupyterServer aplicativo enquanto a interface do Studio Classic ainda estiver 
aberta no navegador. Se você excluir o JupyterServer aplicativo enquanto a interface do Studio 
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Classic ainda estiver aberta no navegador, SageMaker recriará automaticamente o JupyterServer 
aplicativo.

Todas as informações do bloco de anotações não salvas são perdidas no processo. Os dados do 
usuário no volume do Amazon EFS não são afetados.

Alguns dos serviços do Studio Classic, como o Data Wrangler, são executados em seu próprio 
aplicativo. Para atualizar esses serviços, você deve excluir o aplicativo desse serviço. Para saber 
mais, consulte Desligue e atualize os aplicativos do Studio Classic.

Note

Um JupyterServer aplicativo está associado a um único usuário do Studio Classic. Quando 
você atualiza o aplicativo para um usuário, isso não afeta outros usuários.

A página a seguir mostra como atualizar o JupyterServer aplicativo a partir do SageMaker console, 
do Studio ou de dentro do Studio Classic.

Desligue e atualize a partir do SageMaker console

1. Navegue até https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio que inclui o aplicativo Studio Classic que você deseja atualizar.

5. Em Perfis de usuário, selecione seu nome de usuário.

6. Em Aplicativos, na linha exibida JupyterServer, escolha Ação e, em seguida, escolha Excluir.

7. Escolha Sim, excluir aplicações.

8. Digite delete na caixa de confirmação.

9. Escolha Excluir.

10. Depois que o aplicativo for excluído, inicie um novo aplicativo Studio Classic para obter a versão 
mais recente.

Encerre e atualize a partir do Studio

1. Navegue até o Studio seguindo as etapas emInicie o Amazon SageMaker Studio.
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2. Na interface do usuário do Studio, encontre o painel de aplicativos no lado esquerdo.

3. No painel de aplicativos, selecione Studio Classic.

4. Na página inicial do Studio Classic, selecione a instância do Studio Classic a ser interrompida.

5. Escolha Parar.

6. Depois que o aplicativo for interrompido, selecione Executar para usar a versão mais recente.

Desligue e atualize de dentro do Studio Classic

1. Inicie o Studio Classic.

2. No menu superior, escolha Arquivo e Desligar.

3. Escolha uma das seguintes opções:

• Desligar servidor — Encerra o JupyterServer aplicativo. Sessões de terminal, sessões de 
kernel, SageMaker imagens e instâncias não são encerradas. Esses recursos continuam 
acumulando cobranças.

• Desligar tudo — Encerra todos os aplicativos, sessões de terminal, sessões de kernel, 
SageMaker imagens e instâncias. Esses recursos não acumulam mais cobranças.

4. Fechar a janela.

5. Depois que o aplicativo for excluído, inicie um novo aplicativo Studio Classic para usar a versão 
mais recente.

Desligue e atualize os aplicativos do Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Para atualizar um aplicativo Amazon SageMaker Studio Classic para a versão mais recente, você 
deve primeiro desligar o KernelGateway aplicativo correspondente do SageMaker console. Depois 
que o KernelGateway aplicativo for encerrado, você deverá reabri-lo por meio do SageMaker Studio 
Classic executando um novo kernel. O kernel é atualizado automaticamente. Todas as informações 
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do bloco de anotações não salvas são perdidas no processo. Os dados do usuário no volume do 
Amazon EFS não são afetados.

Depois que um aplicativo for encerrado por 24 horas, SageMaker excluirá todos os metadados 
do aplicativo. Para serem considerados uma atualização e reterem os metadados da aplicação, 
elas devem ser reiniciadas dentro de 24 horas após o encerramento da aplicativo anterior. Após 
essa janela de tempo, a criação de um aplicativo é considerada um novo aplicativo em vez de uma 
atualização do aplicativo anterior.

Note

Um KernelGateway aplicativo está associado a um único usuário do Studio Classic. Quando 
você atualiza o aplicativo para um usuário, isso não tem efeito em outros usuários.

Para atualizar o KernelGateway aplicativo

1. Navegue até https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio que inclui o aplicativo que você deseja atualizar.

5. Em Perfis de usuário, selecione seu nome de usuário.

6. Em Aplicativos, na linha que exibe o Nome do aplicativo, escolha Ação e, em seguida, escolha
Excluir

Para atualizar o Data Wrangler, exclua o aplicativo que começa com. sagemaker-data-wrang

7. Escolha Sim, excluir aplicações.

8. Digite delete na caixa de confirmação.

9. Escolha Excluir.

10. Depois que o aplicativo for excluído, inicie um novo kernel no Studio Classic para usar a versão 
mais recente.
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Preços do Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Quando o primeiro membro da sua equipe se integra ao Amazon SageMaker Studio Classic, a 
Amazon SageMaker cria um volume do Amazon Elastic File System (Amazon EFS) para a equipe. 
Quando esse membro, ou qualquer membro da equipe, abre o Studio Classic, um diretório inicial é 
criado no volume para o membro. Uma cobrança de armazenamento é gerada para esse diretório. 
Posteriormente, cobranças adicionais de armazenamento são geradas para os cadernos e arquivos 
de dados armazenados no diretório de base do membro. Para obter informações sobre preços do 
Amazon EFS , consulte Definição de preço do Amazon EFS.

Custos adicionais são incorridos quando outras operações são executadas dentro do Studio Classic, 
por exemplo, executando um notebook, executando trabalhos de treinamento e hospedando um 
modelo.

Para obter informações sobre os custos associados ao uso de notebooks Studio Classic, 
consulteMedição do uso.

Para obter informações sobre faturamento e exemplos de preços, consulte Amazon SageMaker 
Pricing.

Se o Amazon SageMaker Studio for sua experiência padrão, consulte Preços do Amazon SageMaker 
Studio para obter mais informações sobre preços.

Solução de problemas do Amazon SageMaker Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Preços do Studio Classic 563

https://aws.amazon.com/efs/pricing/
https://aws.amazon.com/sagemaker/pricing/
https://aws.amazon.com/sagemaker/pricing/


Amazon SageMaker Guia do Desenvolvedor

Este tópico descreve como solucionar problemas comuns do Amazon SageMaker Studio Classic 
durante a configuração e o uso. A seguir estão os erros comuns que podem ocorrer ao usar o 
Amazon SageMaker Studio Classic. Cada erro é seguido por sua solução.

Problemas com o aplicativo Studio Classic

Os problemas a seguir ocorrem ao iniciar e usar o aplicativo Studio Classic.

• A tela não carrega: limpar o espaço de trabalho e esperar não ajuda

Ao iniciar o aplicativo Studio Classic, um pop-up exibe a seguinte mensagem. Independentemente 
da opção selecionada, o Studio Classic não carrega.

Loading...
The loading screen is taking a long time. Would you like to clear the workspace or 
 keep waiting?

O aplicativo Studio Classic pode ter um atraso na inicialização se várias guias estiverem abertas 
na área de trabalho do Studio Classic ou se vários arquivos estiverem no Amazon EFS. Esse pop-
up deve desaparecer em alguns segundos depois que a área de trabalho do Studio Classic estiver 
pronta.

Se você continuar vendo uma tela de carregamento com um botão giratório após selecionar 
qualquer uma das opções, pode haver problemas de conectividade com a Amazon Virtual Private 
Cloud usada pelo Studio Classic. 

Para resolver problemas de conectividade com a Amazon Virtual Private Cloud (Amazon VPC) 
usada pelo Studio Classic, verifique as seguintes configurações de rede:

• Se o seu domínio estiver configurado no modo VpcOnly: verifique se há um endpoint da 
Amazon VPC ou um gateway NAT para AWS STS tráfego de saída, incluindo tráfego pela 
Internet. Para isso, siga as etapas em Conecte os notebooks Connect SageMaker Studio Classic 
em uma VPC a recursos externos.

• Se sua Amazon VPC estiver configurada com um DNS personalizado em vez do DNS fornecido 
pela Amazon: verifique se as rotas estão configuradas usando o Dynamic Host Configuration 
Protocol (DHCP) para cada endpoint do Amazon VPC adicionado ao Amazon VPC usado pelo 
Studio Classic. Para obter mais informações sobre como definir conjuntos de opções de DHCP 
padrão e personalizados, consulte Conjuntos de opções de DHCP na Amazon VPC.

• Falha interna ao iniciar o Studio Classic
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Ao iniciar o Studio Classic, você não consegue visualizar a interface do usuário do Studio Classic. 
Você também vê um erro semelhante ao seguinte, com Falha interna como detalhe do erro.

Amazon SageMaker Studio
The JupyterServer app default encountered a problem and was stopped.

Esse erro pode ser causado por vários fatores. Se a conclusão dessas etapas não resolver seu 
problema, crie um problema com https://aws.amazon.com/premiumsupport/. 

• Alvo de montagem ausente do Amazon EFS: o Studio Classic usa o Amazon EFS para 
armazenamento. O volume do Amazon EFS precisa de um destino de montagem para cada 
sub-rede na qual o SageMaker domínio da Amazon é criado. Se esse destino de montagem do 
Amazon EFS for excluído acidentalmente, o aplicativo Studio Classic não poderá ser carregado 
porque não poderá montar o diretório de arquivos do usuário. Para resolver esse problema, siga 
as etapas a seguir.

Para verificar ou criar destinos de montagem.

1. Encontre o volume do Amazon EFS associado ao domínio usando a chamada de
DescribeDomainAPI. 

2. Faça login no AWS Management Console e abra o console do Amazon EFS em https://
console.aws.amazon.com/ses/.

3. Na lista de volumes do Amazon EFS, selecione o volume do Amazon EFS associado ao 
domínio.

4. Na página de detalhes do Amazon EFS, selecione a guia Rede. Verifique se há destinos de 
montagem para todas as sub-redes nas quais o domínio está configurado.

5. Se os destinos de montagem estiverem ausentes, adicione os alvos de montagem ausentes 
do Amazon EFS. Para obter instruções, consulte Criar e gerenciar destinos de montagem e 
grupos de segurança.

6. Depois que os alvos de montagem ausentes forem criados, inicie o aplicativo Studio 
Classic.

• Arquivos conflitantes na .local pasta do usuário: se você estiver usando a JupyterLab versão 
1 no Studio Classic, bibliotecas conflitantes na sua .local pasta podem causar problemas ao 
iniciar o aplicativo Studio Classic. Para resolver isso, atualize a JupyterLab versão padrão do 
seu perfil de usuário para JupyterLab 3.0. Para obter mais informações sobre como visualizar e 
atualizar a JupyterLab versão, consulteJupyterLab Controle de versão.
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• ConfigurationError: LifecycleConfig ao iniciar o Studio Classic

Você não pode ver a interface do usuário do Studio Classic ao iniciar o Studio Classic. Isso é 
causado por problemas com o script de configuração do ciclo de vida padrão anexado ao domínio.

Para resolver problemas de configuração do ciclo de vida

1. Veja os Amazon CloudWatch Logs da configuração do ciclo de vida para rastrear o 
comando que causou a falha. Para ver o registro, siga as etapas em Verifique o processo de 
configuração do ciclo de vida a partir do Logs CloudWatch .

2. Desassocie o script padrão do perfil ou domínio do usuário. Para ter mais informações, 
consulte Atualize e separe as configurações do ciclo de vida.

3. Inicie o aplicativo Studio Classic.

4. Depure seu script de configuração do ciclo de vida. Você pode executar o script de 
configuração do ciclo de vida no terminal do sistema para solucionar problemas. Quando o 
script é executado com êxito no terminal, você pode anexar o script ao perfil do usuário ou ao 
domínio.

• SageMaker As funcionalidades principais do Studio Classic não estão disponíveis.

Se você receber essa mensagem de erro ao abrir o Studio Classic, pode ser devido a conflitos de 
versão do pacote Python. Isso ocorre se você usou os seguintes comandos em um notebook ou 
terminal para instalar pacotes Python que têm conflitos de versão com SageMaker dependências 
de pacotes.

!pip install

pip install --user

Para resolver esse problema, siga as etapas a seguir:

1. Desinstale os pacotes Python instalados recentemente. Se você não tiver certeza de qual 
pacote desinstalar, crie um problema com https://aws.amazon.com/premiumsupport/. 

2. Reinicie o Studio Classic:

a. Desligue o Studio Classic no menu Arquivo.

b. Aguarde um minuto.

c. Reabra o Studio Classic atualizando a página ou abrindo-a a partir do. AWS Management 
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O problema deve ser resolvido se você tiver desinstalado o pacote que causou o conflito. Para 
instalar pacotes sem causar esse problema novamente, use %pip install sem o sinalizador --
user.

Se o problema persistir, crie um novo perfil de usuário e configure seu ambiente com esse perfil de 
usuário.

Se essas soluções não resolverem o problema, crie um problema com https://aws.amazon.com/
premiumsupport/. 

• Não é possível abrir o Studio Classic a partir doAWS Management Console.

Se você não conseguir abrir o Studio Classic e não conseguir criar uma nova instância em 
execução com todas as configurações padrão, crie um problema com https://aws.amazon.com/
premiumsupport/. 

KernelGateway problemas de aplicação

Os problemas a seguir são específicos KernelGateway dos aplicativos lançados no Studio Classic.

• Não é possível acessar a sessão do Kernel

Quando o usuário inicia um novo caderno, ele não consegue se conectar à sessão do notebook. 
Se o status do KernelGateway aplicativo forIn Service, você poderá verificar o seguinte para 
resolver o problema.

• Verifique as configurações do grupo de segurança

Se o domínio estiver configurado no VPCOnly modo, o grupo de segurança associado ao 
domínio deverá permitir o tráfego entre as portas no intervalo 8192-65535 para conectividade 
entre os KernelGateway aplicativos JupyterServer e.

Para verificar as regras de grupos de segurança

1. Obtenha os grupos de segurança associados ao domínio usando a chamada de
DescribeDomainAPI.

2. Faça login no AWS Management Console e abra o console do Amazon VPC em https:// 
console.aws.amazon.com/vpc/.

3. No painel de navegação esquerdo, em Segurança, escolha Grupos de Segurança.
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4. Filtre por IDs de grupos de segurança que são associados ao domínio.

5. Para cada grupo de segurança:

a. Selecione o grupo de segurança .

b. Na página de detalhes do grupo de segurança, veja as regras de entrada. Verifique se 
o tráfego é permitido entre as portas no intervalo 8192-65535.

Para mais informações sobre regras de grupos de segurança, consulte Controle o tráfego para 
recursos usando grupos de segurança. Para obter mais informações sobre os requisitos para 
usar o Studio Classic no VPCOnly modo, consulteConecte os notebooks Connect SageMaker 
Studio Classic em uma VPC a recursos externos.

• Verifique o firewall e WebSocket as conexões

Se os KernelGateway aplicativos tiverem um InService status e o usuário não conseguir 
se conectar à sessão do notebook Studio Classic, verifique o firewall e WebSocket as 
configurações.

1. Inicie o aplicativo Studio Classic. Para ter mais informações, consulte Inicie o Amazon 
SageMaker Studio Classic.

2. Abra as ferramentas de desenvolvedor do seu navegador da Web.

3. Escolha a guia Redes.

4. Procure uma entrada que corresponda ao formato a seguir.

wss://<domain-id>.studio.<region>.sagemaker.aws/jupyter/default/api/kernels/
<unique-code>/channels?session_id=<unique-code>

Se o status ou o código de resposta da entrada for diferente de101, suas configurações 
de rede estão impedindo a conexão entre o aplicativo Studio Classic e os KernelGateway 
aplicativos.

Para resolver esse problema, entre em contato com a equipe que gerencia suas 
configurações de rede para permitir listar o URL do Studio Classic e habilitar WebSocket 
conexões. 

• Não é possível iniciar um aplicativo devido ao excesso de cotas de recursos
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Quando um usuário tenta iniciar um novo caderno, a criação do caderno falha com um dos 
seguintes erros. Isso é causado pela superação das cotas de recursos.

• Unable to start more Apps of AppType [KernelGateway] and 
 ResourceSpec(instanceType=[]) for UserProfile []. Please delete an App with a 
 matching AppType and ResourceSpec, then try again

O Studio Classic suporta até quatro KernelGateway aplicativos em execução na mesma 
instância. Para resolver esse problema, você pode realizar um dos seguintes procedimentos:

• Exclua um KernelGateway aplicativo existente em execução na instância e reinicie o novo 
notebook.

• Inicie o novo caderno em um tipo de instância diferente

Para ter mais informações, consulte Alterar um tipo de instância.

• An error occurred (ResourceLimitExceeded) when calling the CreateApp operation

Nesse caso, a conta não tem limites suficientes para criar um aplicativo Studio Classic no tipo 
de instância especificado. Para resolver isso, navegue até o console do Service Quotas em
https://console.aws.amazon.com/servicequotas/. Nesse console, solicite o aumento do limite 
do Studio KernelGateway Apps running on instance-type instance. Para obter 
mais informações, consulte as Service Quotas do AWS.

SageMaker JupyterLab

Crie um JupyterLab espaço no Amazon SageMaker Studio para iniciar o JupyterLab aplicativo. 
Um JupyterLab espaço é um espaço privado dentro do Studio que gerencia os recursos de 
armazenamento e computação necessários para executar o JupyterLab aplicativo. O JupyterLab 
aplicativo é um ambiente de desenvolvimento interativo (IDE) baseado na Web para notebooks, 
códigos e dados. Use a interface flexível e abrangente do JupyterLab aplicativo para configurar e 
organizar fluxos de trabalho de aprendizado de máquina (ML).

Por padrão, o JupyterLab aplicativo vem com a imagem SageMaker de distribuição. A imagem de 
distribuição tem pacotes populares, como os seguintes:

• PyTorch

• TensorFlow
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• Keras

• NumPy

• Pandas

• Scikit-learn

Dentro do JupyterLab aplicativo, você pode usar o Amazon CodeWhisperer, um companheiro de 
código generativo baseado em IA para gerar, depurar e explicar seu código.

Crie análises unificadas e fluxos de trabalho de ML no mesmo notebook Jupyter. Execute Spark 
trabalhos interativos no Amazon EMR e na infraestrutura AWS Glue sem servidor, diretamente 
do seu notebook. Monitore e depure trabalhos com mais rapidez usando a interface de usuário 
embutidaSpark. Em algumas etapas, você pode automatizar sua preparação de dados agendando o 
notebook como um trabalho.

O JupyterLab aplicativo ajuda você a trabalhar em colaboração com seus colegas. Use a integração 
Git embutida no JupyterLab IDE para compartilhar e criar uma versão do código. Edite o código 
nos cadernos com seus colegas em tempo real. Traga seu próprio sistema de armazenamento de 
arquivos se você tiver um volume do Amazon EFS.

O JupyterLab aplicativo é executado em uma única instância do Amazon Elastic Compute Cloud 
(Amazon EC2) e usa um único volume do Amazon Elastic Block Store (Amazon EBS) para 
armazenamento. Você pode alternar instâncias mais rapidamente ou aumentar o tamanho do volume 
do Amazon EBS de acordo com suas necessidades.

O aplicativo Juptyerlab 4 é executado em um JupyterLab espaço dentro do Studio. O Studio Classic 
usa o aplicativo JupyterLab 3. JupyterLab 4 oferece os seguintes benefícios:

• Um IDE mais rápido que o Amazon SageMaker Studio Classic, especialmente com notebooks 
grandes

• Pesquisa aprimorada de documentos

• Um editor de texto mais eficiente e acessível

Para obter mais informações sobre JupyterLab, consulte a JupyterLabdocumentação.

Tópicos

• JupyterLab guia do usuário
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• JupyterLab guia do administrador

• Migração do SageMaker Studio Classic para o SageMaker Studio

JupyterLab guia do usuário

Este guia mostra JupyterLab aos usuários como executar fluxos de trabalho de análise e 
aprendizado de máquina no SageMaker Studio. Você pode obter armazenamento rápido e escalar 
sua computação para cima ou para baixo, dependendo de suas necessidades.

JupyterLab só oferece suporte a espaços compartilhados privados, em que os espaços privados têm 
como escopo um único usuário em um domínio. Para obter informações sobre os espaços do Studio, 
consulteEspaços do Amazon SageMaker Studio.

Para começar a usar JupyterLab, crie um espaço privado e inicie seu JupyterLab aplicativo. O 
espaço privado que executa seu JupyterLab aplicativo é um JupyterLab espaço. O JupyterLab 
espaço usa uma única instância do Amazon EC2 para sua computação e um único volume do 
Amazon EBS para seu armazenamento. Tudo em seu espaço, como seu código, perfil git e variáveis 
de ambiente, é armazenado no mesmo volume do Amazon EBS. O volume tem 3.000 IOPS e uma 
taxa de transferência de 125 megabytes por segundo (MBps). Você pode usar o armazenamento 
rápido para abrir e executar vários notebooks Jupyter na mesma instância. Você também pode trocar 
os kernels em um notebook muito rapidamente.

Seu administrador definiu as configurações padrão de armazenamento do Amazon EBS para seu 
espaço. O tamanho de armazenamento padrão é de 5 GB, mas você pode aumentar a quantidade 
de espaço disponível. Você pode falar com seu administrador para fornecer diretrizes.

Você pode alternar o tipo de instância do Amazon EC2 que você está usando para executar 
JupyterLab, aumentando ou diminuindo sua computação de acordo com suas necessidades. As 
instâncias Fast Launch iniciam muito mais rápido do que as outras instâncias.

Seu administrador pode fornecer uma configuração de ciclo de vida que personalize seu ambiente. 
Você pode especificar a configuração do ciclo de vida ao criar o espaço.

Se seu administrador lhe der acesso a um Amazon EFS, você poderá configurar seu JupyterLab 
espaço para acessá-lo.

Por padrão, o JupyterLab aplicativo usa a imagem SageMaker de distribuição. Isso inclui suporte 
para vários pacotes de aprendizado de máquina, análise e aprendizado profundo. No entanto, se 
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você precisar de uma imagem personalizada, seu administrador poderá ajudar a fornecer acesso às 
imagens personalizadas.

O volume do Amazon EBS persiste independentemente da vida útil de uma instância. Você não 
perderá seus dados ao alterar as instâncias. Use as bibliotecas de gerenciamento de pacotes conda 
e pip para criar ambientes personalizados reproduzíveis que persistem mesmo quando você alterna 
os tipos de instância.

Para começar a usar JupyterLab, crie um espaço ou escolha o espaço que seu administrador criou 
para você e abra JupyterLab.

Use o procedimento a seguir para criar um espaço e abrir JupyterLab.

Para criar um espaço e abrir JupyterLab

1. Abra o Studio. Para obter informações sobre como abrir o Studio, consulteInicie o Amazon 
SageMaker Studio.

2. Escolha JupyterLab.

3. Escolha Criar JupyterLab espaço.

4. Em Nome, especifique o nome do espaço.

5. Escolha Criar espaço.

6. (Opcional) Por exemplo, especifique a instância do Amazon EC2 que executa o espaço.

7. (Opcional) Para Imagem, especifique uma imagem fornecida pelo administrador para 
personalizar seu ambiente.

8. (Opcional) Para Configurações de espaço, especifique o seguinte:

• Armazenamento (GB) — Até 100 GB ou a quantidade especificada pelo administrador.

• Configuração do ciclo de vida — Uma configuração de ciclo de vida que seu administrador 
especifica.

• Anexe um sistema de arquivos EFS personalizado — Um Amazon EFS ao qual seu 
administrador fornece acesso.

9. Escolha Run space.

10. Escolha Abrir JupyterLab.

Configurar espaço

Depois de criar um JupyterLab espaço, você pode configurá-lo para fazer o seguinte:
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• Altere o tipo de instância.

• Altere o volume de armazenamento.

• (É necessária a configuração do administrador) Use uma imagem personalizada.

• (É necessária a configuração do administrador) Use uma configuração de ciclo de vida.

• (É necessária a configuração do administrador) Anexe um Amazon EFS personalizado.

Important

Você deve parar o JupyterLab espaço toda vez que configurá-lo. Use o procedimento a 
seguir para configurar o espaço.

Para configurar um espaço

1. No Studio, navegue até a página do JupyterLab aplicativo.

2. Escolha o nome do espaço.

3. (Opcional) Para Imagem, especifique uma imagem fornecida pelo administrador para 
personalizar seu ambiente.

4. (Opcional) Para Configurações de espaço, especifique o seguinte:

• Armazenamento (GB) — Até 100 GB ou a quantidade que seu administrador configurou para 
o espaço.

• Configuração do ciclo de vida — Uma configuração do ciclo de vida fornecida pelo 
administrador.

• Anexe um sistema de arquivos EFS personalizado — Um Amazon EFS ao qual seu 
administrador fornece acesso.

5. Escolha Run space.

Quando você abre o JupyterLab aplicativo, seu espaço tem a configuração atualizada.

Depois de abrir JupyterLab, você pode configurar seu ambiente usando o terminal. Para abrir o 
terminal, navegue até o Launcher e escolha Terminal.

Veja a seguir exemplos de diferentes maneiras pelas quais você pode configurar um ambiente 
JupyterLab.
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Note

No Studio, você pode usar configurações de ciclo de vida para personalizar seu ambiente, 
mas recomendamos usar um gerenciador de pacotes em vez disso. Usar configurações 
de ciclo de vida é um método mais propenso a erros. É mais fácil adicionar ou remover 
dependências do que depurar um script de configuração do ciclo de vida. Também pode 
aumentar o tempo de JupyterLab inicialização.
Para obter informações sobre configurações de ciclo de vida, consulte. Usando 
configurações de ciclo de vida com JupyterLab

Personalize seu ambiente usando um gerenciador de pacotes

Use pip ou conda para personalizar seu ambiente. Recomendamos usar gerenciadores de pacotes 
em vez de scripts de configuração do ciclo de vida.

Crie e ative seu ambiente personalizado

Esta seção fornece exemplos de maneiras diferentes de configurar um ambiente em JupyterLab.

Um ambiente conda básico tem o número mínimo de pacotes necessários para seus fluxos de 
trabalho em. SageMaker Use o modelo a seguir para criar um ambiente conda básico:

# initialize conda for shell interaction
conda init

# create a new fresh environment
conda create --name test-env

# check if your new environment is created successfully
conda info --envs

# activate the new environment
conda activate test-env

# install packages in your new conda environment
conda install pip boto3 pandas ipykernel

# list all packages install in your new environment  
conda list
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# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | cut -d : -f 2 | tr -
d ' ')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env:
($CURRENT_ENV_NAME)"

# to exit your new environment
conda deactivate 
             

A imagem a seguir mostra a localização do ambiente que você criou.

Para alterar seu ambiente, escolha-o e selecione uma opção no menu suspenso.
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Escolha Selecionar para selecionar um kernel para o ambiente.

Limpe o ambiente de um conda

Limpar ambientes conda que você não está usando pode ajudar a liberar espaço em disco e 
melhorar o desempenho. Use o modelo a seguir para limpar um ambiente conda:

# list your environments to select an environment to clean
conda info --envs # or conda info -e

# once you've selected your environment to purge
conda remove --name test-env --all
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# run conda environment list to ensure the target environment is purged
conda info --envs # or conda info -e 
             

Crie um ambiente conda com uma versão específica do Python

Limpar ambientes conda que você não está usando pode ajudar a liberar espaço em disco e 
melhorar o desempenho. Use o modelo a seguir para limpar um ambiente conda:

# create a conda environment with a specific python version
conda create --name py38-test-env python=3.8.10

# activate and test your new python version
conda activate py38-test-env & python3 --version

# Install ipykernel to facilicate env registration
conda install ipykernel

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | cut -d : -f 2 | tr -
d ' ')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env:
($CURRENT_ENV_NAME)"

# deactivate your py38 test environment
conda deactivate 
             

Crie um ambiente conda com um conjunto específico de pacotes

Use o modelo a seguir para criar um ambiente conda com uma versão específica do Python e um 
conjunto de pacotes:

# prefill your conda environment with a set of packages,
conda create --name py38-test-env python=3.8.10 pandas matplotlib=3.7 scipy ipykernel

# activate your conda environment and ensure these packages exist
conda activate py38-test-env
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# check if these packages exist
conda list | grep -E 'pandas|matplotlib|scipy'

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | cut -d : -f 2 | tr -
d ' ')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env:
($CURRENT_ENV_NAME)"

# deactivate your conda environment
conda deactivate 
             

Clone conda de um ambiente existente

Clone seu ambiente conda para preservar seu estado de funcionamento. Você experimenta no 
ambiente clonado sem precisar se preocupar em introduzir alterações significativas em seu ambiente 
de teste.

Use o comando a seguir para clonar um ambiente.

# create a fresh env from a base environment  
conda create --name py310-base-ext --clone base # replace 'base' with another env

# activate your conda environment and ensure these packages exist
conda activate py310-base-ext

# install ipykernel to register your env
conda install ipykernel

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | cut -d : -f 2 | tr -
d ' ')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env:
($CURRENT_ENV_NAME)"

# deactivate your conda environment
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conda deactivate 
             

Clone conda de um arquivo YAML de referência

Crie um ambiente conda a partir de um arquivo YAML de referência. Veja a seguir um exemplo de 
um arquivo YAML que você pode usar.

# anatomy of a reference environment.yml
name: py311-new-env
channels: 
  - conda-forge
dependencies: 
  - python=3.11 
  - numpy 
  - pandas 
  - scipy 
  - matplotlib 
  - pip 
  - ipykernel 
  - pip: 
      - git+https://github.com/huggingface/transformers 
             

Empip, recomendamos especificar apenas as dependências que não estão disponíveis com o 
conda.

Use os comandos a seguir para criar um ambiente conda a partir de um arquivo YAML.

# create your conda environment  
conda create -f environment.yml

# activate your env
conda activate py311-new-env 
             

Compartilhe ambientes entre tipos de instância

Você pode compartilhar ambientes conda salvando-os em um diretório do Amazon EFS fora do seu 
volume do Amazon EBS. Outro usuário pode acessar o ambiente no diretório em que você o salvou.
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Important

Há limitações no compartilhamento de seus ambientes. Por exemplo, não recomendamos um 
ambiente destinado a ser executado em uma instância de GPU do Amazon EC2 em vez de 
um ambiente executado em uma instância de CPU.

Use os comandos a seguir como modelo para especificar o diretório de destino em que você está 
criando um ambiente personalizado. Você está criando um conda dentro de um caminho específico. 
Você o cria dentro do diretório Amazon EFS. Você pode criar uma nova instância e fazer o caminho 
de ativação do conda e fazê-lo dentro do Amazon EFS.

# if you know your environment path for your conda environment
conda create --prefix /home/sagemaker-user/my-project/py39-test python=3.9

# activate the env with full path from prefix
conda activate home/sagemaker-user/my-project/py39-test

# parse env name information from your new environment
export CURRENT_ENV_NAME=$(conda info | grep "active environment" | awk -F' : ' '{print 
 $2}' | awk -F'/' '{print $NF}')

# register your new environment as Jupyter Kernel for execution  
python3 -m ipykernel install --user --name $CURRENT_ENV_NAME --display-name "user-env-
prefix:($CURRENT_ENV_NAME)"

# deactivate your conda environment
conda deactivate                 
             

JupyterLab guia do administrador

Este guia para administradores descreve SageMaker JupyterLab recursos, como os do Amazon 
Elastic Block Store (Amazon EBS) e do Amazon Elastic Compute Cloud (Amazon EC2). Os tópicos 
também mostram como fornecer acesso ao usuário e alterar o tamanho do armazenamento.

Um SageMaker JupyterLab espaço é composto pelos seguintes recursos:

• Um volume distinto do Amazon EBS que armazena todos os dados, como o código e as variáveis 
de ambiente.
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• A instância do Amazon EC2 usada para executar o espaço.

• A imagem usada para ser executada JupyterLab.

Note

Os aplicativos não têm acesso ao volume EBS de outros aplicativos. Por exemplo, o Code 
Editor, baseado em Code-OSS, Visual Studio Code - Open Source não tem acesso ao 
volume do EBS para. JupyterLab Para obter mais informações sobre volumes do EBS, 
consulte Amazon Elastic Block Store (Amazon EBS).

Você pode usar a SageMaker API da Amazon para fazer o seguinte:

• Altere o tamanho de armazenamento padrão do volume do EBS para seus usuários.

• Alterar o tamanho máximo do armazenamento do EBS

• Especifique as configurações do usuário para o aplicativo. Por exemplo, você pode especificar se 
o usuário está usando uma imagem personalizada ou um repositório de código.

• Especifique o tipo de aplicativo de suporte.

O tamanho padrão do volume do Amazon EBS é 5 GB. Você pode aumentar o tamanho do volume 
para um máximo de 16.384 GB. Se você não fizer nada, seus usuários poderão aumentar o tamanho 
do volume para 100 GB.

Os kernels associados ao JupyterLab aplicativo são executados na mesma instância do Amazon 
EC2 que é executada. JupyterLab Por padrão, a imagem SageMaker de distribuição mais recente 
é usada para execução JupyterLab. Para obter mais informações sobre imagens SageMaker de 
distribuição, consulteSageMaker Imagens de distribuição.

As seções a seguir explicam as configurações que você precisa realizar como administrador.

Tópicos

• Dê aos seus usuários acesso a espaços privados

• Altere o tamanho de armazenamento padrão para seus JupyterLab usuários

• Usando configurações de ciclo de vida com JupyterLab

• Anexar repositórios Git

• Personalize ambientes usando imagens personalizadas
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• Excluir recursos não utilizados

• Cotas

Dê aos seus usuários acesso a espaços privados

Para dar aos usuários acesso a espaços privados, você deve anexar uma política de permissões às 
funções do IAM. Você também pode usar a política de permissões para restringir espaços privados e 
seus aplicativos associados a um perfil de usuário específico.

A política de permissão a seguir concede acesso a espaços privados. Isso permite que os usuários 
criem seu próprio espaço privado e listem outros espaços privados em seu domínio. Um usuário com 
essa política não pode acessar o espaço privado de outro usuário. Para obter informações sobre os 
espaços do Studio, consulteEspaços do Amazon SageMaker Studio.

A política fornece aos usuários permissões para o seguinte:

• Espaços privados.

• Um perfil de usuário para acessar espaços privados.

Para fornecer permissões, você pode anexar a política a seguir às funções do IAM de seus usuários. 
Você também pode usar essa política para restringir espaços privados e seus aplicativos associados 
a um perfil de usuário específico.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 

      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:app/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
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    }, 
    { 
      "Sid": "SMStudioCreatePresignedDomainUrlForUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreatePresignedDomainUrl" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:user-profile/
${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
    }, 
    { 
      "Sid": "SMStudioAppPermissionsListAndDescribe", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:ListApps", 
        "sagemaker:ListDomains", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListSpaces", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeSpace" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "SMStudioAppPermissionsTagOnCreate", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:*/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:TaggingAction": "false" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictSharedSpacesWithoutOwners", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
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        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:space/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictSpacesToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:space/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:$Região da AWS:
$111122223333:user-profile/${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private", 
            "Shared" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictCreatePrivateSpaceAppsToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:app/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 

JupyterLab guia do administrador 584



Amazon SageMaker Guia do Desenvolvedor

          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:
${aws:Region}:${aws:PrincipalAccount}:user-profile/${sagemaker:DomainId}/
${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private" 
          ] 
        } 
      } 
    }, 
  ]
} 
         

Altere o tamanho de armazenamento padrão para seus JupyterLab usuários

Você pode alterar as configurações de armazenamento padrão para seus usuários. Você também 
pode alterar as configurações de armazenamento padrão com base nos requisitos organizacionais e 
nas necessidades dos usuários.

Para alterar o tamanho do armazenamento, esta seção fornece comandos para fazer o seguinte:

1. Atualize as configurações de armazenamento do Amazon EBS no SageMaker Domínio Amazon 
(Domínio).

2. Crie um perfil de usuário e especifique as configurações de armazenamento dentro dele.

Use os seguintes comandos AWS Command Line Interface (AWS CLI) para alterar o tamanho de 
armazenamento padrão.

Use o AWS CLI comando a seguir para atualizar o domínio:

aws --region $REGION sagemaker update-domain \
--domain-id $DOMAIN_ID \
--default-user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":5, 
            "MaximumEbsVolumeSizeInGb":100 
        } 
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    }
}'           
         

Use o AWS CLI comando a seguir para criar o perfil do usuário e especificar as configurações de 
armazenamento padrão:

aws --region $REGION sagemaker create-user-profile \
--domain-id $DOMAIN_ID \
--user-profile-name $USER_PROFILE_NAME \
--user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":5, 
            "MaximumEbsVolumeSizeInGb":100 
        } 
    }
}'             
         

Use os AWS CLI comandos a seguir para atualizar as configurações de armazenamento padrão no 
perfil do usuário:

aws --region $REGION sagemaker update-user-profile \
--domain-id $DOMAIN_ID \
--user-profile-name $USER_PROFILE_NAME \
--user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":25, 
            "MaximumEbsVolumeSizeInGb":200 
        } 
    }
}'             
         

Usando configurações de ciclo de vida com JupyterLab

As configurações do ciclo de vida são scripts de shell que são acionados por eventos JupyterLab do 
ciclo de vida, como iniciar um novo notebook. JupyterLab Você pode usar configurações de ciclo de 
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vida para automatizar a personalização do seu ambiente. JupyterLab Essa personalização inclui a 
instalação de pacotes personalizados, a configuração de extensões do caderno, o pré-carregamento 
de conjuntos de dados e a configuração de repositórios de código-fonte.

O uso de configurações de ciclo de vida oferece flexibilidade e controle de configuração para atender 
JupyterLab às suas necessidades específicas. Por exemplo, você pode criar um conjunto mínimo de 
imagens básicas de contêiner com os pacotes e bibliotecas mais usados. Em seguida, você pode 
usar as configurações do ciclo de vida para instalar pacotes adicionais para casos de uso específicos 
em suas equipes de ciência de dados e aprendizado de máquina.

Note

Cada script tem um limite de 16.384 caracteres.

Tópicos

• Criar e associar uma configuração de ciclo de vida

• Configuração de depuração do ciclo de vida

• Separe as configurações do ciclo de vida

Criar e associar uma configuração de ciclo de vida

Este tópico inclui instruções para criar e associar uma configuração de ciclo de vida com. JupyterLab 
Você usa o AWS Command Line Interface (AWS CLI) para automatizar a personalização do seu 
JupyterLab ambiente.

As configurações do ciclo de vida são scripts de shell acionados por eventos JupyterLab do ciclo de 
vida, como iniciar um novo notebook. JupyterLab Para obter mais informações sobre a configuração 
do ciclo de vida, consulte Usando configurações de ciclo de vida com JupyterLab.

Crie uma configuração de ciclo de vida () AWS CLI

Saiba como criar uma configuração de ciclo de vida usando o AWS Command Line Interface (AWS 
CLI) para automatizar a personalização do seu ambiente Studio.

Pré-requisitos

Antes de começar, conclua os pré-requisitos a seguir:
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• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS CLI atual.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

• Faça a integração com o Amazon SageMaker Domain. Para obter informações conceituais, 
consulte Visão geral SageMaker do Amazon Domain. Para obter um guia de início rápido, 
consulteIntegração rápida ao Amazon Domain SageMaker .

Etapa 1: Criar uma configuração de ciclo de vida

O procedimento a seguir mostra como criar um script de configuração do ciclo de vida que imprime
Hello World.

Note

Cada script pode ter até 16.384 caracteres.

1. Na sua máquina local, crie um arquivo chamado my-script.sh com o seguinte conteúdo:

#!/bin/bash
set -eux
echo 'Hello World!'

2. Use o seguinte para converter seu my-script.sh arquivo no formato base64. Esse requisito 
evita erros que ocorram devido à codificação de espaçamento e quebra de linha.

LCC_CONTENT=`openssl base64 -A -in my-script.sh`

3. Crie uma configuração de ciclo de vida para uso com o Studio. O comando a seguir cria 
uma configuração de ciclo de vida que é executada quando você inicia um aplicativo 
associadoJupyterLab:

aws sagemaker create-studio-lifecycle-config \
--region region \
--studio-lifecycle-config-name my-jl-lcc \
--studio-lifecycle-config-content $LCC_CONTENT \
--studio-lifecycle-config-app-type JupyterLab 
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Anote o ARN da configuração de ciclo de vida recém-criada que é retornada. Esse ARN é 
obrigatório para anexar a configuração do ciclo de vida ao seu aplicativo.

Etapa 2: anexar a configuração do ciclo de vida ao seu SageMaker domínio (domínio) e perfil de 
usuário da Amazon

Para anexar a configuração do ciclo de vida, você deve atualizar o do UserSettings seu domínio 
ou perfil de usuário. Os scripts de configuração do ciclo de vida associados no nível do domínio são 
herdados por todos os usuários. No entanto, os scripts associados no nível do perfil do usuário têm 
como escopo um usuário específico.

Você pode criar um novo perfil de usuário, domínio ou espaço com uma configuração de ciclo de 
vida anexada usando os seguintes comandos:

• create-user-profile

• create-domain

• create-space

O comando a seguir cria um perfil de usuário com uma configuração de ciclo de vida. Adicione o 
ARN da configuração do ciclo de vida da etapa anterior ao do usuário. JupyterLabAppSettings
Você pode adicionar várias configurações de ciclo de vida ao mesmo tempo passando uma lista 
delas. Quando um usuário inicia um JupyterLab aplicativo com oAWS CLI, ele pode especificar 
uma configuração de ciclo de vida em vez de usar a configuração padrão. A configuração do 
ciclo de vida que o usuário passa deve pertencer à lista de configurações do ciclo de vida em
JupyterLabAppSettings.

# Create a new UserProfile
aws sagemaker create-user-profile --domain-id domain-id \
--user-profile-name user-profile-name \
--region region \
--user-settings '{
"JupyterLabAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
}'
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Configuração de depuração do ciclo de vida

Os tópicos a seguir mostram como obter informações e depurar as configurações do ciclo de vida.

Tópicos

• Verifique o processo de configuração do ciclo de vida a partir do Logs CloudWatch

• Tempo limite de configuração do ciclo de vida

Verifique o processo de configuração do ciclo de vida a partir do Logs CloudWatch

Somente as configurações de ciclo de vida registram STDOUT e STDERR.

STDOUT é a saída padrão para scripts bash. Você pode escrever em STDERR anexando >&2 ao final 
de um comando bash. Por exemplo, echo 'hello'>&2.

Os registros de suas configurações de ciclo de vida são publicados para você usando Conta da AWS 
a Amazon. CloudWatch Esses registros podem ser encontrados no fluxo de /aws/sagemaker/
studio registros no CloudWatch console.

1. Abra o CloudWatch console em https://console.aws.amazon.com/cloudwatch/.

2. Escolha Registros no painel de navegação esquerdo. Na lista suspensa, selecionar o Grupo de 
logs.

3. Na página Grupos de logs, pesquise por aws/sagemaker/studio.

4. Selecione o grupo de logs .

5. Na página Detalhes do grupo de logs, escolha a guia Streams de log.

6. Para encontrar os logs de um aplicativo específico, pesquise os streamings de logs usando o 
seguinte formato:

domain-id/user-profile-name/app-type/app-name

A sequência de caracteres de pesquisa a seguir encontra os registros de configuração do ciclo 
de vida do domíniod-m85lcu8vbqmz, perfil do usuário i-sonic-jsJupyterLab, tipo de 
aplicativo e nome do aplicativo: test-lcc-echo

d-m85lcu8vbqmz/i-sonic-js/JupyterLab/test-lcc-echo 

7. Para visualizar os registros de execução do script, selecione o fluxo de registros anexado 
comLifecycleConfigOnStart.
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Tempo limite de configuração do ciclo de vida

Há um limite de tempo limite de configuração do ciclo de vida de 5 minutos. Se um script de 
configuração do ciclo de vida levar mais de 5 minutos para ser executado, você receberá um erro.

Para resolver esse erro, certifique-se de que seu script de configuração do ciclo de vida seja 
concluído em menos de 5 minutos.

Para ajudar a diminuir o tempo de execução dos scripts, tente o seguinte:

• Reduza as etapas desnecessárias. Por exemplo, limite os ambientes conda nos quais instalar 
pacotes grandes.

• Execute tarefas em processos paralelos.

• Use o comando nohup em seu script para garantir que os sinais de desligamento sejam ignorados 
para que o script seja executado sem parar.

Separe as configurações do ciclo de vida

Para atualizar seu script, você deve criar um novo script de configuração do ciclo de vida e anexá-lo 
ao respectivo SageMaker domínio (domínio) da Amazon, perfil de usuário ou espaço compartilhado. 
Não é possível alterar um script de configuração de ciclo de vida depois de criado. Para obter mais 
informações sobre criar e gerenciar a configuração de ciclo de vida, consulte Criar e associar uma 
configuração de ciclo de vida.

A seção a seguir mostra como desanexar uma configuração de ciclo de vida usando o AWS 
Command Line Interface (). AWS CLI

Desassociar usando o AWS CLI

Para separar uma configuração de ciclo de vida usando o (AWS CLI), remova a configuração de ciclo 
de vida desejada da lista de configurações de ciclo de vida anexada ao recurso. Em seguida, você 
passa a lista como parte do respectivo comando:

• update-user-profile

• update-domain

• update-space

Por exemplo, o comando a seguir remove todas as configurações do ciclo de vida do JupyterLab 
aplicativo que está anexado ao domínio.
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aws sagemaker update-domain --domain-id domain-id \
--region region \
--default-user-settings '{
"JupyterLabAppSettings": { 
  "LifecycleConfigArns": 
    [] 
  }
}'

Anexar repositórios Git

JupyterLab oferece uma extensão Git para inserir a URL de um repositório Git (repo), cloná-lo em 
um ambiente, enviar alterações e visualizar o histórico de commits. Você também pode anexar URLs 
sugeridos do repositório Git a um SageMaker domínio (domínio) ou perfil de usuário da Amazon.

As seções a seguir mostram como anexar URLs do repositório Git a um domínio ou perfil de usuário 
a partir do AWS Command Line Interface (AWS CLI) e do console. SageMaker Uma seção também 
fornece AWS CLI comandos para separar esses URLs do repositório.

Anexar um repositório Git () AWS CLI

Esta seção mostra como anexar uma URL do repositório Git (repo) usando o. AWS CLI Depois de 
anexar a URL do repositório Git, você pode cloná-la seguindo as etapas em. Clone um repositório Git 
no Amazon Studio SageMaker

Pré-requisitos

Antes de começar, conclua os pré-requisitos a seguir:

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS Command Line Interface 
atual.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

• Faça a integração com o Amazon SageMaker Domain. Para ter mais informações, consulte Visão 
geral SageMaker do Amazon Domain.
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Anexe o repositório Git a um SageMaker domínio (domínio) ou perfil de usuário da Amazon

Os URLs do repositório Git associados no nível do domínio são herdados por todos os usuários. No 
entanto, as URLs do repositório do Git associadas no nível do perfil do usuário têm como escopo um 
usuário específico. Você pode anexar vários URLs do repositório Git a um SageMaker domínio da 
Amazon ou a um perfil de usuário passando uma lista de URLs do repositório.

As seções a seguir mostram como anexar uma URL do repositório Git ao seu domínio e ao seu perfil 
de usuário.

Anexar a um SageMaker domínio da Amazon

O comando a seguir anexa uma URL do repositório Git a um domínio existente:

aws sagemaker update-domain --region region --domain-id domain-id \ 
    --default-user-settings 
 JupyterLabAppSettings={CodeRepositories=[{RepositoryUrl="repository"}]}

Anexar ao uma perfil de usuário

O comando a seguir anexa uma URL do repositório Git a um perfil de usuário existente:

aws sagemaker update-user-profile --domain-id domain-id --user-profile-name user-name\ 
    --user-settings 
 JupyterLabAppSettings={CodeRepositories=[{RepositoryUrl="repository"}]}

Clone um repositório Git no Amazon Studio SageMaker

O Amazon SageMaker Studio se conecta somente a um repositório Git local. Para acessar os 
arquivos no repositório, clone o repositório Git de dentro do Studio. Para fazer isso, o Studio oferece 
uma extensão Git para você inserir a URL de um repositório Git, cloná-lo em seu ambiente, enviar 
alterações e visualizar o histórico de confirmações.

Se o repositório for privado e exigir credenciais para ser acessado, você receberá uma solicitação 
para inserir suas credenciais de usuário. Suas credenciais incluem seu nome de usuário e token de 
acesso pessoal. Para obter mais informações sobre token de acesso pessoal, consulte Gerenciar 
seus tokens de acesso pessoal.

Os administradores também podem anexar URLs sugeridos do repositório Git no domínio da 
Amazon SageMaker ou no nível do perfil do usuário. Os usuários podem então selecionar o URL 
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do repositório na lista de sugestões e cloná-lo no Studio. Para obter mais informações sobre como 
anexar repositórios sugeridos, consulte Anexar repositórios Git sugeridos ao Studio Classic.

Desanexar URLs do repositório Git

Esta seção mostra como separar URLs do repositório Git de um domínio (domínio) da SageMaker 
Amazon ou de um perfil de usuário. Você pode separar os URLs do repositório usando o AWS 
Command Line Interface (AWS CLI) ou o console da Amazon. SageMaker

Desassociar um repositório Git usando o AWS CLI

Para desassociar todos os URLs do repositório Git de um domínio ou perfil de usuário, você deve 
passar uma lista vazia de repositórios de código. Essa lista é passada como parte do parâmetro
JupyterLabAppSettings em um comando update-domain ou update-user-profile. Para 
desassociar somente uma URL do repositório Git, passe a lista de repositórios de código sem a URL 
desejada do repositório Git.

Desconecte-se de um domínio da Amazon SageMaker

O comando a seguir separa todos os URLs do repositório Git de um domínio:

aws sagemaker update-domain --region region --domain-name domain-name \ 
    --domain-settings JupyterLabAppSettings={CodeRepositories=[]}

Desassociar de um perfil de usuário

O comando a seguir separa todos os URLs do repositório Git de um perfil de usuário:

aws sagemaker update-user-profile --domain-name domain-name --user-profile-name user-
name\ 
    --user-settings JupyterLabAppSettings={CodeRepositories=[]}

Personalize ambientes usando imagens personalizadas

Se precisar de uma funcionalidade diferente da fornecida pela SageMaker distribuição, você pode 
trazer sua própria imagem com suas extensões e pacotes personalizados. Você também pode usá-
lo para personalizar a JupyterLab interface de usuário de acordo com suas próprias necessidades de 
marca ou conformidade.

Para ver um tutorial que ajuda você a criar uma imagem que seus usuários possam executar em 
seus JupyterLab ambientes, consulteForneça aos usuários acesso a imagens personalizadas.

JupyterLab guia do administrador 594



Amazon SageMaker Guia do Desenvolvedor

Para obter os requisitos para sua imagem, consulteEspecificações do Dockerfile.

Tópicos

• Forneça aos usuários acesso a imagens personalizadas

• Especificações do Dockerfile

Forneça aos usuários acesso a imagens personalizadas

Esta documentação fornece step-by-step instruções para fornecer aos usuários acesso a imagens 
personalizadas em seus JupyterLab ambientes. Você pode usar as informações desta página para 
criar ambientes personalizados para os fluxos de trabalho do seu usuário. O processo envolve a 
utilização de:

• Docker

• AWS Command Line Interface

• Amazon Elastic Container Registry

• Amazon SageMaker AWS Management Console

Depois de seguir as orientações nesta página, JupyterLab os usuários do SageMaker domínio 
Amazon terão acesso à imagem e ao ambiente personalizados de seus espaços Jupyter para 
fortalecer seus fluxos de trabalho de aprendizado de máquina.

Important

Esta página pressupõe que você tenha o AWS Command Line Interface e Docker instalado 
em sua máquina local.

Para que seus usuários executem suas imagens com êxito JupyterLab, você deve fazer o seguinte:

Para que seus usuários executem a imagem com sucesso

1. Crie o Dockerfile

2. Crie a imagem a partir do Dockerfile

3. Faça o upload da imagem para o Amazon Elastic Container Registry

4. Anexe a imagem ao seu SageMaker domínio da Amazon

5. Faça com que seus usuários acessem a imagem do seu JupyterLab espaço
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Etapa 1: criar o Dockerfile

Crie um Dockerfile para definir as etapas necessárias para criar o ambiente necessário para executar 
o aplicativo no contêiner do seu usuário.

Important

Seu Dockerfile deve atender às especificações fornecidas em. Especificações do Dockerfile

Use o seguinte modelo do Dockerfile para criar uma imagem do Amazon Linux 2:

FROM public.ecr.aws/amazonlinux/amazonlinux:2

ARG NB_USER="sagemaker-user"
ARG NB_UID="1000"
ARG NB_GID="100"
RUN yum install --assumeyes python3 shadow-utils && \ 
    useradd --create-home --shell /bin/bash --gid "${NB_GID}" --uid ${NB_UID} 
 ${NB_USER} && \ 
    yum clean all && \ 
    python3 -m pip install jupyterlab

RUN python3 -m pip install --upgrade pip

RUN python3 -m pip install --upgrade urllib3==1.26.6

USER ${NB_UID}
CMD jupyter lab --ip 0.0.0.0 --port 8888 \ 
  --ServerApp.base_url="/jupyterlab/default" \ 
  --ServerApp.token='' \ 
  --ServerApp.allow_origin='*' 

             

Use o seguinte modelo do Dockerfile para criar uma imagem de SageMaker distribuição da Amazon:

FROM public.ecr.aws/sagemaker/sagemaker-distribution:latest-cpu
ARG NB_USER="sagemaker-user"
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ARG NB_UID=1000
ARG NB_GID=100

ENV MAMBA_USER=$NB_USER

USER root

RUN apt-get update
RUN micromamba install sagemaker-inference --freeze-installed --yes --channel conda-
forge --name base

USER $MAMBA_USER

ENTRYPOINT ["jupyter-lab"]
CMD ["--ServerApp.ip=0.0.0.0", "--ServerApp.port=8888", "--ServerApp.allow_origin=*", 
 "--ServerApp.token=''", "--ServerApp.base_url=/jupyterlab/default"]                 
             

Etapa 2: criar o Dockerfile

No mesmo diretório do Dockerfile, crie sua imagem usando o seguinte comando:

docker build -t username/imagename:tag your-account-id.dkr.ecr.Região da 
 AWS.amazonaws.com/your-repository-name:tag                    
                

Important

Sua imagem deve ser marcada no seguinte formato: 123456789012.dkr.ecr.your-
region.amazonaws.com/your-repository-name:tag
Caso contrário, você não poderá enviá-lo para um repositório do Amazon Elastic Container 
Registry.

Etapa 3: Envie a imagem para o repositório Amazon Elastic Container Registry

Depois de criar sua imagem, faça login no seu repositório Amazon ECR usando o seguinte comando:

aws ecr get-login-password --region Região da AWS | docker login --username AWS --
password-stdin 123456789012.dkr.ecr.Região da AWS.amazonaws.com                   
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Depois de fazer login, envie seu Dockerfile usando o seguinte comando:

docker push 123456789012.dkr.ecr.Região da AWS.amazonaws.com/your-repository-name:tag
                

Etapa 4: Anexar imagem ao SageMaker domínio Amazon de seus usuários

Depois de enviar a imagem, você deve acessá-la a partir do seu SageMaker domínio da Amazon. 
Use o procedimento a seguir para anexar a imagem a um SageMaker domínio:

1. Abra o console de SageMaker .

2. Em Configurações do administrador, escolha Domínios.

3. Na lista de domínios, selecione um domínio.

4. Abra a guia Ambiente.

5. Para imagens personalizadas para aplicativos pessoais do Studio, escolha Anexar imagem.

6. Especifique a fonte da imagem.

7. Escolha Próximo.

8. Selecione Enviar.

Agora, seus usuários podem selecionar a imagem que você anexou ao domínio deles JupyterLab no 
espaço deles.

Especificações do Dockerfile

A imagem que você especifica em seu Dockerfile deve corresponder às especificações nas seções a 
seguir para criar a imagem com sucesso.

Executando a imagem

• Entrypoint— Recomendamos incorporar o ponto de entrada na imagem usando as
Entrypoint instruções Docker CMD ou. Você também pode configurar ContainerEntrypoint
e ContainerArguments que são passados para o contêiner em tempo de execução.

• EnvVariables— Com o Studio, você pode configurar ContainerEnvironment variáveis que 
são disponibilizadas para um contêiner. A variável de ambiente é substituída pelas variáveis de 
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ambiente de SageMaker. Para proporcionar uma experiência melhor, as variáveis de ambiente 
geralmente são AWS_ e dão prioridade SageMaker_namespaced aos ambientes da plataforma.

A seguir estão as variáveis de ambiente:

• AWS_REGION

• AWS_DEFAULT_REGION

• AWS_CONTAINER_CREDENTIALS_RELATIVE_URI

• SageMaker_SPACE_NAME

Especificações para o usuário e o sistema de arquivos

• WorkingDirectory— O volume do Amazon EBS usado como armazenamento. Está anexado 
ao /home/sagemaker-user diretório de trabalho do contêiner. Use o WORKDIR comando para 
definir o diretório de trabalho.

• UID— O ID do usuário do Docker contêiner. UID=1000 é um valor suportado. Você pode adicionar 
acesso sudo aos seus usuários. As IDs são remapeadas para evitar que um processo em 
execução no contêiner tenha mais privilégios do que o necessário.

• GID— O ID do grupo do Docker contêiner. GID=100 é um valor suportado. Você pode adicionar 
acesso sudo aos seus usuários. As IDs são remapeadas para evitar que um processo em 
execução no contêiner tenha mais privilégios do que o necessário.

• Diretórios de metadados — Os /opt/ml diretórios /opt/.sagemakerintenral e que são 
usados pelo. AWS O arquivo de metadados /opt/ml contém metadados sobre recursos como.
DomainId

Use o comando a seguir para mostrar o conteúdo do sistema de arquivos:

cat /opt/ml/metadata/resource-metadata.json
{"AppType":"JupyterLab","DomainId":"example-domain-id","UserProfileName":"example-
user-profile-name,"ResourceArn":"arn:aws:sagemaker:Região da 
 AWS:111122223333;:app/Domain-ID/user-ID/Jupyte
rLab/default","ResourceName":"default","AppImageVersion":"current"}                   
    
                     

JupyterLab guia do administrador 599



Amazon SageMaker Guia do Desenvolvedor

• Diretórios de registro — /var/logs/studio são reservados para os diretórios de registro 
JupyterLab e as extensões associadas a eles. Recomendamos que você não use as pastas para 
criar sua imagem.

Health check e URL para aplicativos

• Base URL— O URL base para o aplicativo BYOI deve serjupyterlab/default. Você só pode 
ter um aplicativo e ele deve sempre ter um nomedefault.

• HealthCheck API— HostAgent Ele usa a porta HealthCheckAPI at 8888 para verificar a 
integridade do JupyterLab aplicativo. jupyterlab/default/api/statusé o endpoint para a 
verificação de saúde.

• Home/Default URL— Os /opt/ml diretórios /opt/.sagemakerinternal e que são usados 
porAWS. O arquivo de metadados /opt/ml contém metadados sobre recursos como. DomainId

• Autenticação — Para habilitar a autenticação para seus usuários, desative a autenticação baseada 
em token ou senha dos notebooks Jupyter e permita todas as origens.

A seguir está uma amostra Amazon Linux 2 Dockerfile que atende às especificações anteriores:

FROM public.ecr.aws/amazonlinux/amazonlinux:2

ARG NB_USER="sagemaker-user"
ARG NB_UID="1000"
ARG NB_GID="100"
RUN yum install --assumeyes python3 shadow-utils && \ 
    useradd --create-home --shell /bin/bash --gid "${NB_GID}" --uid ${NB_UID} 
 ${NB_USER} && \ 
    yum clean all && \ 
    python3 -m pip install jupyterlab

RUN python3 -m pip install --upgrade pip

RUN python3 -m pip install --upgrade urllib3==1.26.6

USER ${NB_UID}
CMD jupyter lab --ip 0.0.0.0 --port 8888 \ 
  --ServerApp.base_url="/jupyterlab/default" \ 
  --ServerApp.token='' \ 
  --ServerApp.allow_origin='*' 
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A seguir está uma amostra Amazon SageMaker Distribution Dockerfile que atende às especificações 
anteriores:

FROM public.ecr.aws/sagemaker/sagemaker-distribution:latest-cpu
ARG NB_USER="sagemaker-user"
ARG NB_UID=1000
ARG NB_GID=100

ENV MAMBA_USER=$NB_USER

USER root

RUN apt-get update
RUN micromamba install sagemaker-inference --freeze-installed --yes --channel conda-
forge --name base

USER $MAMBA_USER

ENTRYPOINT ["jupyter-lab"]
CMD ["--ServerApp.ip=0.0.0.0", "--ServerApp.port=8888", "--ServerApp.allow_origin=*", 
 "--ServerApp.token=''", "--ServerApp.base_url=/jupyterlab/default"]                 
             

Excluir recursos não utilizados

Para evitar custos adicionais de execução JupyterLab, recomendamos excluir os recursos não 
utilizados na seguinte ordem:

1. JupyterLab aplicações

2. Espaços

3. Perfis de usuário

4. Domínios

Use os seguintes comandos AWS Command Line Interface (AWS CLI) para excluir recursos em um 
domínio:
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Delete a JupyterLab application

aws --region Região da AWS sagemaker delete-app --domain-id example-Domain-id --app-
name default --app-type JupyterLab --space-name example-space-name                  
    
                    

Delete a space

aws --region Região da AWS sagemaker delete-space --domain-id example-Domain-id  --
space-name example-space-name 
                    

Delete a user profile

aws --region Região da AWS sagemaker delete-user-profile --domain-id example-Domain-
id --user-profile example-user-profile
                    

Cotas

JupyterLab, tem cotas para o seguinte:

• A soma de todos os volumes do Amazon EBS em umConta da AWS.

• Os tipos de instância que estão disponíveis para seus usuários.

• O número de instâncias de uma determinada instância que seus usuários podem iniciar.

Para obter mais armazenamento e computação para seus usuários, solicite um aumento em suas 
AWS cotas. Para obter mais informações sobre como solicitar um aumento de cota, consulte 
SageMaker endpoints e cotas da Amazon.
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Migração do SageMaker Studio Classic para o SageMaker Studio

Important

Antes de migrar usuários do Amazon SageMaker Studio Classic para o Amazon SageMaker 
Studio, você deve conceder a eles permissões no Studio. Para ter mais informações, 
consulte Defina o Studio como a experiência padrão.

A migração de seus usuários do Amazon SageMaker Studio Classic para o Amazon SageMaker 
Studio permite que eles aproveitem os recursos e o desempenho aprimorado do Studio. Este guia 
fornece uma visão geral do processo de migração. Ele fornece orientação sobre a transferência de 
dados do usuário, a migração das configurações do ciclo de vida e a garantia da compatibilidade das 
extensões. JupyterLab

A migração de seus usuários do Studio Classic para o Studio envolve o seguinte:

• Migração de dados do usuário

• Trazendo configurações de ciclo de vida do usuário

• Migração de extensões de usuário JupyterLab

Migrar dados do usuário do Amazon SageMaker Studio Classic para o Amazon 
SageMaker Studio

O Studio Classic armazena arquivos em volumes do Amazon Elastic File System (Amazon EFS). O 
Studio armazena arquivos no Amazon Elastic Block Store (Amazon EBS).

Recomendamos que você transfira os diretórios pessoais do usuário do Amazon EFS para o Amazon 
EBS. A transferência dos diretórios pessoais ajuda seus usuários a manter seus ambientes de 
trabalho após a migração.

Você pode migrar diretórios pessoais de várias maneiras. Veja a seguir um exemplo de um método 
que você pode usar:

1. Identifique o volume EFS que você usa para armazenamento de usuários do Studio Classic.

2. Para cada usuário, copie seu diretório inicial do Amazon EFS para o volume correspondente do 
EBS alocado para. JupyterLab
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3. Atualize as novas permissões de volume do EBS para que os usuários possam acessar seus 
diretórios pessoais migrados em. JupyterLab

4. Comunique as etapas aos usuários para que eles saibam o que esperar ao iniciar JupyterLab pela 
primeira vez após a migração.

Você pode usar AWS DataSync para copiar o conteúdo de um sistema de arquivos EFS do Studio 
Classic para um bucket do Amazon S3.

Após a conclusão da DataSync tarefa, o conteúdo dos diretórios iniciais do usuário do Studio Classic 
é copiado para o bucket de destino do Amazon S3. As chaves de objeto do S3 têm um prefixo 
correspondente ao HomeEfsFileSystemUid valor de cada perfil de usuário. Você pode usar a
DescribeUserProfile operação para obter o valor.

Você pode implementar um script de shell para copiar o diretório inicial do Amazon S3 para o /
home/sagemaker-user diretório no volume do Amazon EBS. O script deve fazer o seguinte:

• Obtenha o perfil e o HomeEfsFileSystemUid valor do usuário atual.

• Use o HomeEfsFileSystemUid para identificar o prefixo S3 para o conteúdo do diretório inicial 
do usuário.

• Copie os objetos sob o prefixo S3 para. /home/sagemaker-user

Important

Antes de executar o script, verifique o seguinte:

• O volume do Amazon EBS é grande o suficiente para armazenar os objetos que você está 
exportando.

• Você não está migrando arquivos e pastas ocultos, como .bashrc e .condarc se não 
tiver a intenção de fazer isso.

• A função de execução AWS Identity and Access Management (IAM) associada aos perfis 
de usuário do Studio Classic tem as políticas configuradas para acessar somente o 
respectivo diretório inicial no Amazon S3.

Você pode executar o script manualmente no JupyterLab aplicativo ou defini-lo como uma 
configuração de ciclo de vida.
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Ao implementar o script, faça o seguinte:

• Copie somente o diretório do usuário específico, não todos os dados do Amazon S3.

• Resolva quaisquer erros ou transferências incompletas.

• Preserve permissões, propriedade e metadados de arquivos e diretórios.

• Para evitar duplicatas, exclua as cópias anteriores dos arquivos em/home/sagemaker-user.

• Verifique se o script pode ser executado várias vezes sem problemas.

Depois de sincronizar os diretórios iniciais para todos os usuários, exclua os diretórios pessoais 
exportados do Amazon S3. Isso ajudará a reduzir os custos de armazenamento e a separar a 
configuração do ciclo de vida.

Traga as configurações de ciclo de vida do Studio para JupyterLab

Os notebooks Amazon SageMaker Studio Classic são baseados na arquitetura de gateway do 
kernel. O Jupyter Server kernel e os outros kernels são executados em recursos computacionais 
separados. No Studio Classic, você frequentemente precisava criar configurações de ciclo de 
vida separadas para ambos e para os kernel gateway aplicativos. Jupyter Server Para obter mais 
informações sobre as configurações do ciclo de vida do Studio Classic, consulte. SageMaker 
JupyterLab

No Amazon SageMaker Studio, ambos Jupyter Server e os kernels são executados na mesma 
instância do Amazon EC2. Os ambientes de tempo de execução dos JupyterLab aplicativos Studio 
são baseados em imagens da SageMaker Distribuição. Os tempos de execução no Studio Classic 
são executados em imagens diferentes, a menos que uma imagem de SageMaker Distribution tenha 
sido especificada.

Para migrar ambientes de usuário com sucesso, recomendamos alterar seus scripts de LCC e testá-
los.

Migrar extensões JupyterLab

O Studio Classic usa JupyterLab 3. O Studio usa JupyterLab 4. JupyterLabAs extensões 
personalizadas no Studio Classic podem não funcionar no Studio, por isso recomendamos verificar a 
compatibilidade das extensões. Talvez você precise atualizá-los.

Para obter mais informações sobre extensões, consulte Compatibilidade de extensões com 
JupyterLab 4.0.
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Instâncias do Amazon SageMaker Notebook
Uma instância de SageMaker notebook da Amazon é uma instância de computação de aprendizado 
de máquina (ML) que executa o aplicativo Jupyter Notebook. SageMaker gerencia a criação da 
instância e dos recursos relacionados. Use notebooks Jupyter em sua instância de notebook para 
preparar e processar dados, escrever código para treinar modelos, implantar modelos SageMaker na 
hospedagem e testar ou validar seus modelos.

SageMaker também fornece exemplos de cadernos que contêm orientações completas sobre 
o código. Essas orientações mostram como usar para realizar tarefas comuns de SageMaker 
aprendizado de máquina. Para ter mais informações, consulte Blocos de anotações de exemplo.

Para obter informações sobre preços com a instância de SageMaker notebook da Amazon, consulte
Amazon SageMaker Pricing.

Manutenção

SageMaker atualiza o software subjacente para Amazon SageMaker Notebook Instances pelo menos 
uma vez a cada 90 dias. Algumas atualizações de manutenção, como atualizações do sistema 
operacional, podem exigir que seu aplicativo fique off-line por um curto período de tempo. Não é 
possível realizar nenhuma operação durante esse período enquanto o software subjacente está 
sendo atualizado. Recomendamos que você reinicie seus cadernos pelo menos uma vez a cada 30 
dias para consumir automaticamente os patches.

Para obter mais informações, consulte https://aws.amazon.com/premiumsupport/.

Tópicos

• Use instâncias de cadernos para criar modelos

• Instâncias de caderno do Amazon Linux 2

• JupyterLab versionamento

• Criar uma instância de caderno

• Acessar instâncias de caderno

• Atualizar uma instância de caderno

• Personalizar uma instância de caderno usando um script de configuração do ciclo de vida

• Blocos de anotações de exemplo

• Definir o kernel do caderno

• Associe repositórios Git a instâncias do Notebook SageMaker
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• Metadados de instância de caderno

• Monitore os registros do Jupyter no Amazon Logs CloudWatch

Use instâncias de cadernos para criar modelos

Uma das melhores maneiras de os profissionais de machine learning (ML) usarem a Amazon 
SageMaker é treinar e implantar modelos de ML usando instâncias de SageMaker notebook. As 
instâncias do SageMaker notebook ajudam a criar o ambiente iniciando os servidores Jupyter no 
Amazon Elastic Compute Cloud (Amazon EC2) e fornecendo kernels pré-configurados com os 
seguintes pacotes: SageMaker Amazon AWS SDK for Python (Boto3) Python AWS Command Line 
Interface SDK,, (), Conda, PandasAWS CLI, bibliotecas de estruturas de aprendizado profundo e 
outras bibliotecas para ciência de dados e aprendizado de máquina.

Machine Learning com o SageMaker Python SDK

Para treinar, validar, implantar e avaliar um modelo de ML em uma instância de SageMaker 
notebook, use o SDK do SageMaker Python. Os resumos AWS SDK for Python (Boto3) e as 
operações de SageMaker API do SDK do Python. SageMaker Permite que você se integre e 
orquestre outros serviços AWS, como o Amazon Simple Storage Service (Amazon S3) para salvar 
dados e artefatos do modelo, Registro de contêiner do Amazon Elastic (ECR) para importar e fazer 
manutenção dos modelos de ML e Amazon Elastic Compute Cloud (Amazon EC2) para treinamento 
e inferência.

Você também pode aproveitar os SageMaker recursos que ajudam você a lidar com cada estágio 
de um ciclo completo de ML: rotulagem de dados, pré-processamento de dados, treinamento de 
modelos, implantação de modelos, avaliação do desempenho de previsão e monitoramento da 
qualidade do modelo em produção.

Se você é um SageMaker usuário iniciante, recomendamos que você use o SDK do SageMaker 
Python, seguindo end-to-end o tutorial de ML. Para encontrar a documentação de código aberto, 
consulte o Amazon SageMaker Python SDK.

Visão geral do tutorial

Este tutorial de introdução explica como criar uma instância de notebook, abrir um SageMaker 
notebook Jupyter com um kernel pré-configurado com o ambiente Conda para aprendizado de 
máquina e iniciar uma SageMaker sessão para executar um ciclo de ML. end-to-end Você aprenderá 
a salvar um conjunto de dados em um bucket padrão do Amazon S3 emparelhado automaticamente 
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com SageMaker a sessão, enviar um trabalho de treinamento de um modelo de ML para o Amazon 
EC2 e implantar o modelo treinado para previsão por hospedagem ou inferência em lote por meio do 
Amazon EC2.

Este tutorial mostra explicitamente um fluxo de ML completo de treinamento do modelo XGBoost a 
partir do pool de modelos SageMaker integrado. Você usa o conjunto de dados do Censo de Adultos 
dos EUA e avalia o desempenho do modelo SageMaker XGBoost treinado na previsão da renda dos 
indivíduos.

• SageMakerXGBoost — O modelo XGBoost é adaptado ao SageMaker ambiente e pré-configurado 
como contêineres Docker. SageMakerfornece um conjunto de algoritmos integrados preparados 
para o uso de SageMaker recursos. Para saber mais sobre para que os algoritmos de ML são 
adaptados SageMaker, consulte Escolha um algoritmo e use os algoritmos SageMaker integrados 
da Amazon. Para as operações SageMaker integradas da API de algoritmos, consulte Algoritmos 
primários no SDK do Amazon SageMaker Python.

• Conjunto de dados do Censo de Adultos – O conjunto de dados do banco de dados do Censo de 
1994, de Ronny Kohavi e Barry Becker (Mineração de dados e Visualização, Gráficos do chip). 
O modelo SageMaker XGBoost é treinado usando esse conjunto de dados para prever se um 
indivíduo ganha mais de $50.000 por ano ou menos.

Tópicos

• Etapa 1: criar uma instância do Amazon SageMaker Notebook

• Etapa 2: Criar um bloco de anotações Jupyter

• Etapa 3: Fazer download, explorar e transformar um conjunto de dados

• Etapa 4: Treinar um modelo

• Etapa 5: Implantar o modelo do Amazon EC2

• Etapa 6: avaliar o modelo

• Etapa 7: limpar

Etapa 1: criar uma instância do Amazon SageMaker Notebook

Uma instância de SageMaker notebook da Amazon é uma instância de computação de aprendizado 
de máquina (ML) totalmente gerenciada do Amazon Elastic Compute Cloud (Amazon EC2) que 
executa o aplicativo Jupyter Notebook. Você usa a instância de caderno para criar e gerenciar os 
cadernos de Jupyter para processar dados e para treinar e implantar modelos de machine learning.
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Para criar uma instância de SageMaker notebook

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Escolha Instâncias de caderno e, em seguida, escolha Criar instância de caderno.

3. Na página Criar instância de caderno, forneça as seguintes informações (se um campo não for 
mencionado, deixe os valores padrão):

a. Em Nome da instância de caderno, digite um nome para a sua instância de bloco de 
anotações.

b. Em Tipo de instância de caderno, escolha ml.t2.medium. Esse é o tipo de instância mais 
barato com suporte das instâncias do bloco de anotações, e é suficiente para este exercício. 
Se um tipo de instância ml.t2.medium não estiver disponível na sua região atual da AWS, 
escolha ml.t3.medium.

c. Em Identificador da Plataforma, escolha um tipo de plataforma para criar a instância de 
caderno. Esse tipo de plataforma determina o sistema operacional e a JupyterLab versão 
com a qual sua instância do notebook é criada. Para obter informações sobre o tipo de 
identificador de plataforma, consulte Instâncias de caderno do Amazon Linux 2. Para obter 
mais informações sobre as versões do JupyterLab, consulte JupyterLab versionamento.

d. Para a função do IAM, escolha Criar uma nova função e, em seguida, escolha Criar 
função. Essa função do IAM recebe automaticamente permissões para acessar qualquer 
bucket S3 que tenha sagemaker no nome. Ele obtém essas permissões por meio da
AmazonSageMakerFullAccess política, que é SageMaker anexada à função.

Note

Se você quiser conceder permissão à função do IAM para acessar buckets do S3 
sem sagemaker no nome, você precisa anexar a política S3FullAccess ou limitar 
as permissões de buckets específicos do S3 à função do IAM. Para obter mais 
informações e exemplos de como adicionar políticas de bucket à função do IAM, 
consulte Exemplos de políticas de bucket.

e. Escolha Criar instância de caderno.

Em alguns minutos, SageMaker inicia uma instância de computação de ML — nesse caso, 
uma instância de notebook — e anexa um volume de armazenamento de 5 GB do Amazon 
EBS a ela. A instância do notebook tem um servidor de notebook Jupyter pré-configurado, 
bibliotecas AWS SDK SageMaker e um conjunto de bibliotecas Anaconda.
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Para obter mais informações sobre como criar uma instância de SageMaker notebook, 
consulte Criar uma instância de notebook.

(Opcional) Alterar as configurações da instância do SageMaker notebook

Se você quiser alterar o tipo de instância de computação de ML ou o tamanho do armazenamento 
do Amazon EBS de uma instância de SageMaker notebook que já foi criada, você pode editar as 
configurações da instância de notebook.

Para alterar e atualizar o tipo de instância do SageMaker Notebook e o volume do EBS

1. Na página Instâncias do Notebook no SageMaker console, escolha sua instância do notebook.

2. Escolha Ações, escolha Interromper e aguarde até que a instância de caderno pare totalmente.

3. Depois que o status da instância de caderno mudar para Parada, escolha Ações e, em seguida, 
selecione Atualizar configurações.

a. Para o tipo de instância de caderno, escolha um tipo de instância de ML diferente.

b. Para Tamanho do volume em GB, digite um número inteiro diferente para especificar um 
novo tamanho do volume do EBS.

Note

Os volumes de armazenamento do EBS são criptografados, portanto, não é 
SageMaker possível determinar a quantidade de espaço livre disponível no volume. 
Por isso, você pode aumentar o tamanho do volume ao atualizar uma instância do 
caderno, mas não pode diminuir o tamanho do volume. Se você deseja diminuir o 
tamanho do volume de armazenamento do ML em uso, crie uma nova instância do 
caderno com o tamanho desejado.

4. Na parte inferior da página, escolha Atualizar instância de caderno.

5. Quando a atualização estiver concluída, inicie a instância de caderno com as novas 
configurações.

Para obter mais informações sobre como atualizar as configurações da instância do SageMaker 
notebook, consulte Atualizar uma instância do notebook.
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(Opcional) Configurações avançadas para instâncias de SageMaker notebook

O vídeo tutorial a seguir mostra como configurar e usar instâncias de SageMaker notebook por meio 
do SageMaker console com opções avançadas, como configuração do SageMaker ciclo de vida e 
importação GitHub de repositórios. (Duração: 26:04)

Para obter a documentação completa sobre a instância de SageMaker notebook, consulte Usar 
instâncias de SageMaker notebook da Amazon.

Etapa 2: Criar um bloco de anotações Jupyter

Para começar a criar scripts para treinar e implantar seu modelo, crie um notebook Jupyter na 
instância do notebook. SageMaker Usando o notebook Jupyter, você pode realizar experimentos 
de aprendizado de máquina (ML) para treinamento e inferência enquanto acessa os SageMaker 
recursos e a infraestrutura. AWS

Para criar um bloco de anotações Jupyter

1. Abra a instância de caderno como segue:

a. Faça login no SageMaker console em https://console.aws.amazon.com/sagemaker/.

b. Na página Instâncias do Notebook, abra sua instância do notebook escolhendo Abrir 
JupyterLab para a JupyterLab interface ou Abrir Jupyter para a visualização clássica do 
Jupyter.

Note

Se o status da Instância de cadernos mostrar Pendente na coluna Status, seu 
caderno ainda está sendo criado. O status mudará para InServicequando a 
instância do notebook estiver pronta para uso.

2. Crie um caderno da seguinte forma:

• Se você abriu o notebook na JupyterLab exibição, no menu Arquivo, escolha Novo e, em 
seguida, escolha Notebook. Em Selecionar Kernel, escolha conda_python3. Este ambiente 
pré-instalado inclui a instalação padrão da Anaconda e o Python 3.

• Se você abriu o caderno no modo de exibição clássico do Jupyter, na guia Arquivos, escolha
Novo e, em seguida, escolha conda_python3. Este ambiente pré-instalado inclui a instalação 
padrão da Anaconda e o Python 3.
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3. Salve os cadernos da seguinte forma:

• Na JupyterLab exibição, escolha Arquivo, escolha Salvar caderno como... e, em seguida, 
renomeie o notebook.

• Na visualização clássica do Jupyter, escolha Arquivo, escolha Salvar caderno como... e, em 
seguida, renomeie o caderno.

Etapa 3: Fazer download, explorar e transformar um conjunto de dados

Nesta etapa, você carrega o conjunto de dados do Censo de adultos em sua instância de caderno 
usando a biblioteca SHAP (SHaPley Additive Explanations), revisa o conjunto de dados, o transforma 
e o carrega no Amazon S3. O SHAP é uma abordagem teórica dos jogos para explicar o resultado 
de qualquer modelo de machine learning. Para obter mais informações sobre o SHAP, consulte a
documentação de boas-vindas ao SHAP.

Para executar o exemplo a seguir, cole o código de amostra em uma célula na sua instância de 
caderno.

Carregar conjunto de dados do censo de adultos usando SHAP

Usando a biblioteca SHAP, importe o conjunto de dados do Censo de Adultos conforme mostrado a 
seguir:

import shap
X, y = shap.datasets.adult()
X_display, y_display = shap.datasets.adult(display=True)
feature_names = list(X.columns)
feature_names

Note

Se o kernel atual do Jupyter não tiver a biblioteca SHAP, instale-a executando o seguinte 
comando conda:

%conda install -c conda-forge shap

Se estiver usando JupyterLab, você deve atualizar manualmente o kernel após a conclusão 
da instalação e das atualizações. Execute o seguinte script IPython para desligar o kernel (o 
kernel será reiniciado automaticamente):
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import IPython
IPython.Application.instance().kernel.do_shutdown(True)

O objeto de lista feature_names deve retornar a seguinte lista de recursos:

['Age', 
 'Workclass', 
 'Education-Num', 
 'Marital Status', 
 'Occupation', 
 'Relationship', 
 'Race', 
 'Sex', 
 'Capital Gain', 
 'Capital Loss', 
 'Hours per week', 
 'Country']

Tip

Se você está começando com dados não rotulados, você pode usar o Amazon SageMaker 
Ground Truth para criar um fluxo de trabalho de rotulagem de dados em minutos. Para saber 
mais, consulte Dados de rótulos.

Visão geral do conjunto de dados

Execute o script a seguir para exibir a visão geral estatística do conjunto de dados e os histogramas 
dos recursos numéricos.

display(X.describe())
hist = X.hist(bins=30, sharey=True, figsize=(20, 10))
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Tip

Se você quiser usar um conjunto de dados que precisa ser limpo e transformado, você pode 
simplificar e agilizar o pré-processamento de dados e a engenharia de recursos usando o 
Amazon SageMaker Data Wrangler. Para saber mais, consulte Preparar dados de ML com o 
Amazon SageMaker Data Wrangler.

Divida o conjunto de dados em treinamento, validação e teste

Usando o Sklearn, divida o conjunto de dados em um conjunto de treinamento e um conjunto de 
testes. O conjunto de treinamento é usado para treinar o modelo, enquanto o conjunto de teste 
é usado para avaliar a performance do modelo final treinado. O conjunto de dados é classificado 
aleatoriamente com a semente aleatória fixa: 80% do conjunto de dados para o conjunto de 
treinamento e 20% para um conjunto de teste.
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from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.2, 
 random_state=1)
X_train_display = X_display.loc[X_train.index]

Divida o conjunto de treinamento para separar um conjunto de validação. O conjunto de validação 
é usado para avaliar o desempenho do modelo treinado enquanto ajusta os hiperparâmetros do 
modelo. 75% do conjunto de treinamento se torna o conjunto de treinamento final e o restante é o 
conjunto de validação.

X_train, X_val, y_train, y_val = train_test_split(X_train, y_train, test_size=0.25, 
 random_state=1)
X_train_display = X_display.loc[X_train.index]
X_val_display = X_display.loc[X_val.index]

Usando o pacote pandas, alinhe explicitamente cada conjunto de dados concatenando os recursos 
numéricos com os rótulos verdadeiros.

import pandas as pd
train = pd.concat([pd.Series(y_train, index=X_train.index, 
                             name='Income>50K', dtype=int), X_train], axis=1)
validation = pd.concat([pd.Series(y_val, index=X_val.index, 
                            name='Income>50K', dtype=int), X_val], axis=1)
test = pd.concat([pd.Series(y_test, index=X_test.index, 
                            name='Income>50K', dtype=int), X_test], axis=1)

Verifique se o conjunto de dados está dividido e estruturado conforme o esperado:

train
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validation

test
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Converter os conjuntos de dados de treinamento e validação em arquivos CSV

Converta os objetos train e o dataframe validation em arquivos CSV para corresponder ao 
formato do arquivo de entrada do algoritmo XGBoost.

# Use 'csv' format to store the data
# The first column is expected to be the output column
train.to_csv('train.csv', index=False, header=False)
validation.to_csv('validation.csv', index=False, header=False)

Carregar os conjuntos de dados no Amazon S3

Usando o SageMaker e o Boto3, faça o upload dos conjuntos de dados de treinamento e validação 
para o bucket padrão do Amazon S3. Os conjuntos de dados no bucket do S3 serão usados por uma 
instância otimizada para computação no SageMaker Amazon EC2 para treinamento.

O código a seguir configura o URI padrão do bucket do S3 para sua SageMaker sessão atual, 
cria uma nova demo-sagemaker-xgboost-adult-income-prediction pasta e carrega os 
conjuntos de dados de treinamento e validação na subpasta. data

import sagemaker, boto3, os
bucket = sagemaker.Session().default_bucket()
prefix = "demo-sagemaker-xgboost-adult-income-prediction"

boto3.Session().resource('s3').Bucket(bucket).Object( 
    os.path.join(prefix, 'data/train.csv')).upload_file('train.csv')
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boto3.Session().resource('s3').Bucket(bucket).Object( 
    os.path.join(prefix, 'data/validation.csv')).upload_file('validation.csv')

Execute o seguinte AWS CLI para verificar se os arquivos CSV foram carregados com sucesso no 
bucket do S3.

! aws s3 ls {bucket}/{prefix}/data --recursive

Essa saída deve retornar o seguinte resultado:

Etapa 4: Treinar um modelo

O Amazon SageMaker Python SDK fornece estimadores de estrutura e estimadores genéricos 
para treinar seu modelo enquanto orquestra o ciclo de vida do aprendizado de máquina (ML) 
acessando os recursos SageMaker de treinamento e as infraestruturas, como Amazon Elastic 
Container Registry (Amazon ECR) Container Service (Amazon ECR), Amazon AWS Elastic Compute 
Cloud (Amazon EC2), Amazon Simple Storage Service (Amazon S) Simple Storage (Amazon S3). 
Para obter mais informações sobre estimadores de estrutura SageMaker integrados, consulte
Frameworks na documentação do Amazon Python SageMaker SDK. Para obter mais informações 
sobre algoritmos integrados, consulte Use algoritmos SageMaker integrados da Amazon ou modelos 
pré-treinados.

Tópicos

• Escolha do algoritmo de treinamento

• Criar e executar um trabalho de treinamento

Escolha do algoritmo de treinamento

Para escolher o algoritmo certo para seu conjunto de dados, você normalmente precisa avaliar 
modelos diferentes para encontrar os modelos mais adequados aos seus dados. Para simplificar, 
o algoritmo SageMaker Algoritmo XGBoost incorporado é usado ao longo deste tutorial sem a pré-
avaliação dos modelos.
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Tip

Se você quiser SageMaker encontrar um modelo adequado para seu conjunto de dados 
tabulares, use o Amazon SageMaker Autopilot, que automatiza uma solução de aprendizado 
de máquina. Para ter mais informações, consulte SageMaker Piloto automático.

Criar e executar um trabalho de treinamento

Depois de descobrir qual modelo usar, comece a construir um SageMaker estimador para 
treinamento. Este tutorial usa o algoritmo integrado do XGBoost para o estimador SageMaker 
genérico.

Para executar um trabalho de treinamento de modelo

1. Importe o SDK do Amazon SageMaker Python e comece recuperando as informações básicas 
da sua sessão atual. SageMaker

import sagemaker

region = sagemaker.Session().boto_region_name
print("AWS Region: {}".format(region))

role = sagemaker.get_execution_role()
print("RoleArn: {}".format(role))

Isso retorna as informações a seguir:

• region— A AWS região atual em que a instância do SageMaker notebook está sendo 
executada.

• role – A função do IAM usada pela instância de caderno.

Note

Verifique a versão do SDK do SageMaker Python executando.
sagemaker.__version__ Este tutorial é baseado em sagemaker>=2.20. Se o SDK 
estiver desatualizado, instale a versão mais recente executando o seguinte comando:
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! pip install -qU sagemaker

Se você executar essa instalação nas instâncias existentes do SageMaker Studio ou 
do notebook, precisará atualizar manualmente o kernel para concluir a aplicação da 
atualização da versão.

2. Crie um estimador XGBoost usando a classe sagemaker.estimator.Estimator. No código 
de exemplo a seguir, o estimador XGBoost é nomeado xgb_model.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs
from sagemaker.session import TrainingInput

s3_output_location='s3://{}/{}/{}'.format(bucket, prefix, 'xgboost_model')

container=sagemaker.image_uris.retrieve("xgboost", region, "1.2-1")
print(container)

xgb_model=sagemaker.estimator.Estimator( 
    image_uri=container, 
    role=role, 
    instance_count=1, 
    instance_type='ml.m4.xlarge', 
    volume_size=5, 
    output_path=s3_output_location, 
    sagemaker_session=sagemaker.Session(), 
    rules=[ 
        Rule.sagemaker(rule_configs.create_xgboost_report()), 
        ProfilerRule.sagemaker(rule_configs.ProfilerReport()) 
    ]
)

Para construir o SageMaker estimador, especifique os seguintes parâmetros:

• image_uri – Especifique o URI da imagem de contêiner de treinamento. Neste 
exemplo, o URI do contêiner de treinamento SageMaker XGBoost é especificado usando.
sagemaker.image_uris.retrieve

• role— A função AWS Identity and Access Management (IAM) SageMaker usada para 
realizar tarefas em seu nome (por exemplo, ler resultados de treinamento, artefatos de 
modelos de chamadas do Amazon S3 e gravar resultados de treinamento no Amazon S3).
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• instance_count e instance_type – O tipo e o número de instâncias de computação 
ML do Amazon EC2 a serem usadas no treinamento de modelo. Para este exercício de 
treinamento, você usa uma única instância ml.m4.xlarge, que tem 4 CPUs, 16 GB 
de memória, um armazenamento Amazon Elastic Block Store (Amazon EBS) e um alto 
desempenho de rede. Para obter mais informações sobre os tipos de instância de computação 
EC2, consulte Tipos de instância do Amazon EC2. Para obter mais informações sobre 
faturamento, consulte os  SageMaker preços da Amazon.

• volume_size – O tamanho, em GB, do volume de armazenamento do EBS para anexar 
à instância de treinamento. Ela deve ser grande o suficiente para armazenar dados de 
treinamento se você usar o modo File (o modo File está ligado por padrão). Se você não 
especificar esse parâmetro, o seu valor será 30 por padrão.

• output_path— O caminho para o bucket do S3, onde SageMaker armazena o artefato do 
modelo e os resultados do treinamento.

• sagemaker_session— O objeto de sessão que gerencia as interações com as operações 
SageMaker da API e outros AWS serviços que o trabalho de treinamento usa.

• rules— Especifique uma lista de regras integradas do SageMaker Debugger. Neste 
exemplo, a create_xgboost_report() regra cria um relatório do XGBoost que fornece 
insights sobre o progresso e os resultados do treinamento, e a regra ProfilerReport()
cria um relatório sobre a utilização de recursos de computação do EC2. Para ter mais 
informações, consulte Relatório de treinamento do SageMaker Debugger XGBoost.

Tip

Se você quiser executar um treinamento distribuído de modelos de aprendizado 
profundo de grande porte, como modelos de redes neurais convolucionais (CNN) 
e de processamento de linguagem natural (NLP), use SageMaker Distributed para 
paralelismo de dados ou paralelismo de modelos. Para ter mais informações, consulte
Treinamento distribuído na Amazon SageMaker.

3. Defina os Hiperparâmetros para o Algoritmo do XGBoost chamando o método
set_hyperparameters do estimador. Para obter uma lista completa de hiperparâmetros do 
XGBoost, consulte Hiperparâmetros do XGBoost.

xgb_model.set_hyperparameters( 
    max_depth = 5, 
    eta = 0.2, 
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    gamma = 4, 
    min_child_weight = 6, 
    subsample = 0.7, 
    objective = "binary:logistic", 
    num_round = 1000
)

Tip

Você também pode ajustar os hiperparâmetros usando o recurso de otimização de 
SageMaker hiperparâmetros. Para ter mais informações, consulte Execute o ajuste 
automático do modelo com SageMaker.

4. Use a classe TrainingInput para configurar um fluxo de entrada de dados para treinamento. 
O código de exemplo a seguir mostra como configurar objetos TrainingInput para usar os 
conjuntos de dados de treinamento e validação que você enviou para o Amazon S3 na seção
Divida o conjunto de dados em treinamento, validação e teste.

from sagemaker.session import TrainingInput

train_input = TrainingInput( 
    "s3://{}/{}/{}".format(bucket, prefix, "data/train.csv"), content_type="csv"
)
validation_input = TrainingInput( 
    "s3://{}/{}/{}".format(bucket, prefix, "data/validation.csv"), 
 content_type="csv"
)

5. Para iniciar o treinamento do modelo, chame o método fit do estimador com os conjuntos de 
dados de treinamento e validação. Ao configurar wait=True, o método fit exibe os logs de 
progresso e aguarda o treinamento ser concluído para retornar os resultados.

xgb_model.fit({"train": train_input, "validation": validation_input}, wait=True)

Para obter mais informações sobre treinamento de modelo, consulte Treine um modelo com a 
Amazon SageMaker. Esse trabalho de treinamento tutorial pode levar até 10 minutos.

Após a conclusão do trabalho de treinamento, você pode baixar um relatório de treinamento do 
XGBoost e um relatório de criação de perfil gerado pelo Debugger. SageMaker O relatório de 
treinamento do XGBoost oferece insights sobre o progresso e os resultados do treinamento, 
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como a função de perda em relação à iteração, importância do recurso, matriz de confusão, 
curvas de precisão e outros resultados estatísticos do treinamento. Por exemplo, você pode 
encontrar a seguinte curva de perda no relatório de treinamento do XGBoost, que indica 
claramente que há um problema de ajuste excessivo.

Execute o código a seguir para especificar o URI do bucket do S3 em que os relatórios de 
treinamento do Depurador são gerados e verifique se os relatórios existem.
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rule_output_path = xgb_model.output_path + "/" + 
 xgb_model.latest_training_job.job_name + "/rule-output"
! aws s3 ls {rule_output_path} --recursive

Faça o download dos relatórios de treinamento e criação de perfil do Depurador do XGBoost 
para o espaço de trabalho atual:

! aws s3 cp {rule_output_path} ./ --recursive

Execute o seguinte script do IPython para obter o link do arquivo do relatório de treinamento do 
XGBoost:

from IPython.display import FileLink, FileLinks
display("Click link below to view the XGBoost Training report", 
 FileLink("CreateXgboostReport/xgboost_report.html"))

O script IPython a seguir retorna o link do arquivo do relatório de criação de perfil do Depurador, 
que mostra resumos e detalhes da utilização de recursos da instância EC2, dos resultados da 
detecção de gargalos do sistema e dos resultados da criação de perfil da operação do python:

profiler_report_name = [rule["RuleConfigurationName"]  
                        for rule in 
 xgb_model.latest_training_job.rule_job_summary()  
                        if "Profiler" in rule["RuleConfigurationName"]][0]
profiler_report_name
display("Click link below to view the profiler report", 
 FileLink(profiler_report_name+"/profiler-output/profiler-report.html"))

Tip

Se os relatórios HTML não renderizarem gráficos na JupyterLab exibição, você deverá 
escolher Confiar em HTML na parte superior dos relatórios.
Para identificar problemas de treinamento, como sobreajuste, redução de gradientes e 
outros problemas que impedem a convergência do modelo, use o SageMaker Debugger 
e execute ações automatizadas ao criar protótipos e treinar seus modelos de ML. Para 
ter mais informações, consulte Use o Amazon SageMaker Debugger para depurar 
e melhorar o desempenho do modelo. Para encontrar uma análise completa dos 
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parâmetros do modelo, consulte o caderno de exemplo de explicabilidade com o 
Amazon SageMaker Debugger.

Agora você tem um modelo XGBoost treinado. SageMaker armazena o artefato do modelo em seu 
bucket do S3. Para encontrar a localização do artefato do modelo, execute o código a seguir para 
imprimir o atributo model_data do estimador xgb_model:

xgb_model.model_data

Tip

Para medir os vieses que podem ocorrer durante cada estágio do ciclo de vida do ML (coleta 
de dados, treinamento e ajuste de modelos e monitoramento de modelos de ML implantados 
para previsão), use o Clarify. SageMaker Para ter mais informações, consulte Explicabilidade 
do modelo. Para ver um end-to-end exemplo, consulte o caderno de exemplo Fairness and 
Explicability with SageMaker Clarify.

Etapa 5: Implantar o modelo do Amazon EC2

Para obter previsões, implante seu modelo no Amazon EC2 usando a Amazon. SageMaker

Tópicos

• Implante o modelo em serviços SageMaker de hospedagem

• (Opcional) Use o SageMaker Predictor para reutilizar o endpoint hospedado

• (Opcional) Faça previsões com o Transformador de Lotes

Implante o modelo em serviços SageMaker de hospedagem

Para hospedar um modelo por meio do Amazon EC2 usando a Amazon SageMaker, implante o 
modelo no qual você treinou Criar e executar um trabalho de treinamento chamando o deploy
método do xgb_model estimador. Ao chamar o método deploy, você deve especificar o número e 
o tipo de instâncias EC2 ML que você deseja usar para hospedar o endpoint.

import sagemaker
from sagemaker.serializers import CSVSerializer
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xgb_predictor=xgb_model.deploy( 
    initial_instance_count=1, 
    instance_type='ml.t2.medium', 
    serializer=CSVSerializer()
)

• initial_instance_count (int) – O número de instâncias para implantar o modelo.

• instance_type (str) – O tipo de instância em que você deseja operar seu modelo implantado.

• serializer(int) — Serializa dados de entrada de vários formatos (uma NumPy matriz, lista, 
arquivo ou buffer) em uma string formatada em CSV. Usamos isso porque o algoritmo XGBoost 
aceita arquivos de entrada no formato CSV.

O deploy método cria um modelo implantável, configura o endpoint dos serviços de SageMaker 
hospedagem e inicia o endpoint para hospedar o modelo. Para obter mais informações, consulte 
o método SageMaker genérico de classe de implantação do Estimator no SDK do Amazon Python 
SageMaker . Para recuperar o nome do endpoint gerado pelo método deploy, execute o seguinte 
código:

xgb_predictor.endpoint_name

Isso deve retornar o nome do endpoint do xgb_predictor. O formato do nome do endpoint é
"sagemaker-xgboost-YYYY-MM-DD-HH-MM-SS-SSS". Esse endpoint permanece ativo na 
instância de ML e você pode fazer previsões instantâneas a qualquer momento, a menos que o 
desligue posteriormente. Copie o nome desse endpoint e salve-o para reutilizá-lo e fazer previsões 
em tempo real em outros lugares nas instâncias do SageMaker Studio ou SageMaker do notebook.

Tip

Para saber mais sobre como compilar e otimizar seu modelo para implantação em instâncias 
ou dispositivos Edge do Amazon EC2, consulte Compilar e implantar modelos com o Neo.

(Opcional) Use o SageMaker Predictor para reutilizar o endpoint hospedado

Depois de implantar o modelo em um endpoint, você pode configurar um novo SageMaker preditor 
emparelhando o endpoint e fazendo previsões em tempo real continuamente em qualquer outro 
notebook. O código de exemplo a seguir mostra como usar a classe SageMaker Predictor para 
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configurar um novo objeto preditor usando o mesmo endpoint. Reutilize o nome do endpoint que 
você usou para o xgb_predictor.

import sagemaker
xgb_predictor_reuse=sagemaker.predictor.Predictor( 
    endpoint_name="sagemaker-xgboost-YYYY-MM-DD-HH-MM-SS-SSS", 
    sagemaker_session=sagemaker.Session(), 
    serializer=sagemaker.serializers.CSVSerializer()
)

O Preditor xgb_predictor_reuse se comporta exatamente da mesma forma que o
xgb_predictor original. Para obter mais informações, consulte a classe SageMaker Predictor no 
SDK do Amazon SageMaker Python.

(Opcional) Faça previsões com o Transformador de Lotes

Em vez de hospedar um endpoint em produção, você pode executar um trabalho único de inferência 
em lote para fazer previsões em um conjunto de dados de teste usando a transformação em lote. 
SageMaker Depois que o treinamento do modelo for concluído, você poderá estender o estimador a 
um transformer objeto, que se baseia na classe SageMakerTransformer. O transformador em lote 
lê os dados de entrada de um bucket S3 especificado e faz previsões.

Para executar um trabalho de transformação em lote

1. Execute o código a seguir para converter as colunas de recursos do conjunto de dados de teste 
em um arquivo CSV e fazer o upload para o bucket do S3:

X_test.to_csv('test.csv', index=False, header=False)

boto3.Session().resource('s3').Bucket(bucket).Object(
os.path.join(prefix, 'test/test.csv')).upload_file('test.csv')

2. Especifique URIs de entrada e saída do bucket S3 para o trabalho de transformação em lote, 
conforme mostrado a seguir:

# The location of the test dataset
batch_input = 's3://{}/{}/test'.format(bucket, prefix)

# The location to store the results of the batch transform job
batch_output = 's3://{}/{}/batch-prediction'.format(bucket, prefix)
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3. Crie um objeto transformador especificando o número mínimo de parâmetros: os parâmetros
instance_count e instance_type para executar o trabalho de transformação em lote e
output_path para salvar os dados de previsão, conforme mostrado a seguir:

transformer = xgb_model.transformer( 
    instance_count=1,  
    instance_type='ml.m4.xlarge',  
    output_path=batch_output
)

4. Inicie o trabalho de transformação em lote executando o método transform() do objeto
transformer conforme mostrado a seguir:

transformer.transform( 
    data=batch_input,  
    data_type='S3Prefix', 
    content_type='text/csv',  
    split_type='Line'
)
transformer.wait()

5. Quando o trabalho de transformação em lote estiver concluído, SageMaker cria os dados de
test.csv.out previsão salvos no batch_output caminho, que devem estar no seguinte 
formato:s3://sagemaker-<region>-111122223333/demo-sagemaker-xgboost-
adult-income-prediction/batch-prediction. Execute o seguinte AWS CLI para fazer 
o download dos dados de saída do trabalho de transformação em lote:

! aws s3 cp {batch_output} ./ --recursive

Isso deve criar o arquivo test.csv.out no diretório de trabalho atual. Você poderá ver os 
valores flutuantes que são previstos com base na regressão logística do trabalho de treinamento 
do XGBoost.

Etapa 6: avaliar o modelo

Agora que você treinou e implantou um modelo usando a Amazon SageMaker, avalie o modelo 
para garantir que ele gere previsões precisas sobre novos dados. Para avaliação de modelos, use o 
conjunto de dados de teste que você criou em Etapa 3: Fazer download, explorar e transformar um 
conjunto de dados.
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Avalie o modelo implantado nos SageMaker serviços de hospedagem

Para avaliar o modelo e usá-lo na produção, invoque o endpoint com o conjunto de dados de teste e 
verifique se as inferências obtidas retornam a precisão de destino que você deseja alcançar.

Como avaliar o modelo

1. Configure a função a seguir para prever cada linha do conjunto de teste. No código de exemplo 
a seguir, o argumento rows é especificar o número de linhas a serem previstas por vez. Você 
pode alterar o valor para realizar uma inferência em lote que utilize totalmente o recurso de 
hardware da instância.

import numpy as np
def predict(data, rows=1000): 
    split_array = np.array_split(data, int(data.shape[0] / float(rows) + 1)) 
    predictions = '' 
    for array in split_array: 
        predictions = ','.join([predictions, 
 xgb_predictor.predict(array).decode('utf-8')]) 
    return np.fromstring(predictions[1:], sep=',')

2. Execute o código a seguir para fazer previsões do conjunto de dados de teste e traçar um 
histograma. Você precisa usar somente as colunas de recursos do conjunto de dados de teste, 
excluindo a 0ª coluna para os valores reais.

import matplotlib.pyplot as plt

predictions=predict(test.to_numpy()[:,1:])
plt.hist(predictions)
plt.show()
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3. Os valores previstos são do tipo flutuante. Para determinar True ou False com base nos 
valores flutuantes, você precisa definir um valor limite. Conforme mostrado no código de 
exemplo a seguir, use a biblioteca Scikit-learn para retornar as métricas de confusão de saída e 
o relatório de classificação com um limite de 0,5.

import sklearn

cutoff=0.5
print(sklearn.metrics.confusion_matrix(test.iloc[:, 0], np.where(predictions > 
 cutoff, 1, 0)))
print(sklearn.metrics.classification_report(test.iloc[:, 0], np.where(predictions > 
 cutoff, 1, 0)))

Isso deve retornar a seguinte matriz de confusão:
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4. Para encontrar o melhor ponto de corte com o conjunto de testes fornecido, calcule a função de 
perda de log da regressão logística. A função de perda de logs é definida como a probabilidade 
logarítmica negativa de um modelo logístico que retorna probabilidades de predição para 
seus rótulos de verdade básica. O código de exemplo a seguir calcula numericamente e 
iterativamente os valores de perda de log (-(y*log(p)+(1-y)log(1-p)), onde y está o 
rótulo verdadeiro e p é uma estimativa de probabilidade da amostra de teste correspondente. 
Ele retorna um gráfico de perda de logs versus corte.

import matplotlib.pyplot as plt

cutoffs = np.arange(0.01, 1, 0.01)
log_loss = []
for c in cutoffs: 
    log_loss.append( 
        sklearn.metrics.log_loss(test.iloc[:, 0], np.where(predictions > c, 1, 0)) 
    )

plt.figure(figsize=(15,10))
plt.plot(cutoffs, log_loss)
plt.xlabel("Cutoff")
plt.ylabel("Log loss")
plt.show()

Isso deve retornar a seguinte: curva de perda de logs.
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5. Encontre os pontos mínimos da curva de erro usando as min funções NumPy argmin e:

print( 
    'Log loss is minimized at a cutoff of ', cutoffs[np.argmin(log_loss)],  
    ', and the log loss value at the minimum is ', np.min(log_loss)
)

Isso deve retornar: Log loss is minimized at a cutoff of 0.53, and the log 
loss value at the minimum is 4.348539186773897.

Em vez de computar e minimizar a função de perda de log, você pode estimar uma função 
de custo como alternativa. Por exemplo, se você quiser treinar um modelo para realizar uma 
classificação binária para um problema empresarial, como um problema de Predição de 
fragmentos de clientes, você pode definir pesos para os elementos da matriz de confusão e 
calcular a função de custo adequadamente.

Agora você treinou, implantou e avaliou seu primeiro modelo em SageMaker.
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Tip

Para monitorar a qualidade do modelo, a qualidade dos dados e o desvio de tendências, 
use o Amazon SageMaker Model Monitor e o SageMaker Clarify. Para saber mais, consulte
Amazon SageMaker Model Monitor, Monitore Data Quality, Monitore Model Quality, Monitore 
Bias Drift e Monitore Feature Attribution Drift.

Tip

Para obter uma análise humana de previsões de ML de baixa confiança ou uma amostra 
aleatória de previsões, use os fluxos de trabalho de análise humana com IA aumentada 
da Amazon. Para obter mais informações, consulte Usando o Amazon IA aumentada para 
análise humana.

Etapa 7: limpar

Para evitar cobranças desnecessárias, use o AWS Management Console para excluir os endpoints e 
recursos que você criou para enquanto executava os exercício.

Note

Os trabalhos e logs de treinamento não podem ser excluídos e são retidos indefinidamente.

Note

Se pretende explorar outros exercícios deste guia, convém manter alguns desses recursos, 
como a instância de bloco de anotações, o bucket do S3 e a função do IAM.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/ e exclua 
os seguintes recursos:

• O endpoint. A exclusão do endpoint também exclui a instância de computação de ML ou as 
instâncias que oferecem suporte a ele.
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1. Em Inferência, escolha Endpoints.

2. Escolha o endpoint que você criou no exemplo, escolha Ações e em seguida, escolha
Excluir.

• A configuração de endpoint.

1. Em Inferência, escolha Configurações de endpoint.

2. Escolha a configuração de endpoint que você criou no exemplo, escolha Ações e em 
seguida, escolha Excluir.

• O modelo.

1. Em Inferência, escolha Modelos.

2. Escolha o modelo que você criou no exemplo, escolha Ações e em seguida, escolha
Excluir.

• A instância de bloco de anotações. Antes de excluir a instância do bloco de anotações, 
interrompa a instância.

1. Em Bloco de anotações, escolha Instâncias de bloco de anotações.

2. Escolha a instância de caderno que você criou no exemplo e escolha Ações, e em seguida, 
escolha Parar. A instância de caderno leva até vários minutos para ser interrompida. 
Quando o Status for alterado para Interrompida, passe para a próxima etapa.

3. Escolha Ações e, em seguida, escolha Excluir.

2. Abra o console do Amazon S3 em https://console.aws.amazon.com/s3/ e exclua o bucket que 
você criou para armazenar artefatos de modelo e o conjunto de dados de treinamento.

3. Abra o CloudWatch console da Amazon em https://console.aws.amazon.com/cloudwatch/
e, em seguida, exclua todos os grupos de registros que têm nomes começando com/aws/
sagemaker/.

Instâncias de caderno do Amazon Linux 2

Atualmente, as instâncias de SageMaker notebooks da Amazon oferecem suporte aos sistemas 
operacionais Amazon Linux 2 (AL2). Você pode selecionar o sistema operacional no qual sua 
instância de caderno se baseia ao criar a instância de caderno.

SageMaker oferece suporte a instâncias de notebook com base nos seguintes sistemas operacionais 
Amazon Linux 2.
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• notebook-al2-v1: essas instâncias de notebook oferecem suporte à versão 1. JupyterLab Para 
obter informações sobre JupyterLab versões, consulteJupyterLab versionamento.

• notebook-al2-v2: essas instâncias de notebook oferecem suporte à versão 3. JupyterLab Para 
obter informações sobre JupyterLab versões, consulteJupyterLab versionamento.

As instâncias de caderno criadas antes de 18/08/2021 são executadas automaticamente no Amazon 
Linux (AL1). As instâncias de caderno baseadas em AL1 entraram em uma fase de manutenção 
em 12/01/2022 e não estão mais disponíveis para a criação de novas instâncias de notebook 
em 02/01/2023. Para substituir o AL1, agora você tem a opção de criar instâncias de SageMaker 
notebook da Amazon com o AL2. Para ter mais informações, consulte Plano da fase de manutenção 
do AL1.

Tópicos

• Tipos de instâncias compatíveis

• Kernels disponíveis

• Plano da fase de manutenção do AL1

Tipos de instâncias compatíveis

O Amazon Linux 2 oferece suporte aos tipos de instância listados em Instâncias de Notebook na
Amazon SageMaker Pricing, com a exceção de que o Amazon Linux 2 não oferece suporte a ml.p2
instâncias.

Kernels disponíveis

A tabela a seguir fornece informações sobre os kernels disponíveis para instâncias de SageMaker 
notebook. Todas essas imagens são suportadas em instâncias de caderno com base no sistema 
operacional notebook-al2-v1 e no sistema operacional notebook-al2-v2.

SageMaker kernels de instância de notebook

Nome do kernel Descrição

R Um kernel usado para realizar análise e 
visualização de dados usando o código R de 
um caderno Jupyter.
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Nome do kernel Descrição

Sparkmagic () PySpark Um kernel usado para fazer ciência de dados 
com clusters Spark remotos de notebooks 
Jupyter usando a linguagem de programação 
Python. Esse kernel vem com o Python 3.10.

Sparkmagic (Spark) Um kernel usado para fazer ciência de dados 
com clusters Spark remotos de notebooks 
Jupyter usando a linguagem de programação 
Scala. Esse kernel vem com o Python 3.10.

Sparkmagic (SparkR) Um kernel usado para fazer ciência de dados 
com clusters Spark remotos de notebooks 
Jupyter usando a linguagem de programação 
R. Esse kernel vem com o Python 3.10.

conda_python3 Um ambiente conda que vem pré-instalado 
com pacotes populares para ciência de dados 
e machine learning. Esse kernel vem com o 
Python 3.10.

conda_pytorch_p310 Um ambiente conda que vem pré-instalado 
com a PyTorch versão 2.0.1, bem como 
pacotes populares de ciência de dados e 
aprendizado de máquina. Esse kernel vem com 
o Python 3.10.

conda_tensorflow2_p310 Um ambiente conda que vem pré-instalado 
com a TensorFlow versão 2.13, bem como 
pacotes populares de ciência de dados e 
aprendizado de máquina. Esse kernel vem com 
o Python 3.10.
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Plano da fase de manutenção do AL1

A tabela a seguir é um cronograma de quando o AL1 entrou em sua fase de manutenção estendida. 
A fase de manutenção do AL1 também coincide com a depreciação do Python 2 e do Chainer. Os 
cadernos baseados em AL2 não têm kernels gerenciados do Python 2 e do Chainer.

Data Descrição

18/08/2021 Instâncias de caderno baseadas em AL2 são 
lançadas. As instâncias de caderno recém-
lançadas ainda usam AL1 como padrão. O 
AL1 é compatível com patches e atualizaç 
ões de segurança, mas sem novos recursos. 
Você pode escolher entre os dois sistemas 
operacionais ao iniciar uma nova instância de 
caderno.

31/10/2022 O identificador de plataforma padrão para 
instâncias de SageMaker notebook muda do 
Amazon Linux (al1-v1) para o Amazon Linux 
2 (al2-v2). Você pode escolher entre os dois 
sistemas operacionais ao iniciar uma nova 
instância de caderno.

12/01/2022 O AL1 não é mais compatível com patches e 
atualizações de segurança não essenciais. O 
AL1 ainda recebe correções para problemas
críticos relacionados à segurança. Você ainda 
pode iniciar instâncias no AL1, mas assume 
os riscos associados ao uso de um sistema 
operacional sem suporte.

02/01/2023 O AL1 não é mais uma opção disponível para 
a criação de novas instâncias de caderno. 
Depois desta data, os clientes podem criar 
instâncias de caderno com os identificadores 
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Data Descrição

da plataforma AL2. As instâncias de caderno 
existentes al1-v1 não são afetadas.

Migração para o Amazon Linux 2

Sua instância atual do caderno AL1 não é migrada automaticamente para o Amazon Linux 2. Para 
atualizar sua instância de caderno AL1 para o Amazon Linux 2, você deve criar uma nova instância 
de caderno, replicar seu código e ambiente e excluir sua instância de caderno antiga. Para obter 
mais informações, consulte o blog da migração do Amazon Linux 2.

JupyterLab versionamento

A interface de instância de SageMaker notebook da Amazon é baseada em JupyterLab, que é um 
ambiente de desenvolvimento interativo baseado na web para notebooks, códigos e dados. Os 
notebooks agora suportam o uso de JupyterLab 1 ou JupyterLab 3. Uma única instância do notebook 
pode executar uma única instância de JupyterLab (no máximo). Você pode ter várias instâncias de 
notebook com JupyterLab versões diferentes.

Você pode configurar seu notebook para executar sua JupyterLab versão preferida selecionando 
o identificador de plataforma apropriado. Use o console AWS CLI ou o SageMaker console ao 
criar sua instância de notebook. Para obter mais informações sobre identificadores de plataforma, 
consulte Instâncias de caderno do Amazon Linux 2 versus do Amazon Linux. Se você não configurar 
explicitamente um identificador de plataforma, sua instância do notebook usará como padrão a 
execução de 1. JupyterLab

Tópicos

• JupyterLab 3

• Criando um caderno com sua JupyterLab versão

• Veja a JupyterLab versão de um notebook no console

JupyterLab 3

JupyterLab O suporte 3 está disponível somente na plataforma do sistema operacional Amazon 
Linux 2. JupyterLab 3 inclui os seguintes recursos que não estão disponíveis em JupyterLab 1. Para 
obter mais informações sobre esses recursos, consulte Lançamento da JupyterLab versão 3.0! .
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• Depurador visual ao usar os seguintes kernels:

• conda_pytorch_p38

• conda_tensorflow2_p38

• conda_amazonei_pytorch_latest_p37

• Filtro de navegador de arquivos

• Índice

• Suporte a vários idiomas

• Modo simples

• Modo de interface única

• Edição ao vivo de arquivos SVG com renderização atualizada

• Interface de usuário para etiquetas de células de caderno

Mudanças importantes em JupyterLab 3

Para obter informações sobre mudanças importantes ao usar o JupyterLab 3, consulte os seguintes 
registros de JupyterLab alterações:

• v2.0.0

• v3.0.0

Alterações na versão do pacote

JupyterLab 3 tem as seguintes alterações na versão do pacote a partir de JupyterLab 1:

• JupyterLab foi atualizado de 1.x para 3.x.

• O caderno Jupyter foi atualizado de 5.x para 6.x.

• jupyterlab-git foi atualizado para a versão 0.37.1.

• O nbserverproxy 0.x (0.3.2) foi substituído pelo 3.x (3.2.1). jupyter-server-proxy

Criando um caderno com sua JupyterLab versão

Você pode selecionar a JupyterLab versão ao criar sua instância do notebook a partir do console 
seguindo as etapas emCriar uma instância de caderno.
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Você também pode selecionar a JupyterLab versão passando o platform-identifier parâmetro 
ao criar sua instância do notebook usando o AWS CLI seguinte:

create-notebook-instance --notebook-instance-name <NEW_NOTEBOOK_NAME> \
--instance-type <INSTANCE_TYPE> \
--role-arn <YOUR_ROLE_ARN> \
--platform-identifier <PLATFORM_TO_USE>

Veja a JupyterLab versão de um notebook no console

Você pode visualizar a JupyterLab versão de um notebook usando o procedimento a seguir:

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, selecione Caderno.

3. No menu suspenso, selecione Instâncias do caderno para navegar até a página Instâncias do 
caderno.

4. Na lista de instâncias do caderno, selecione o nome da instância do caderno.

5. Na página de configurações da instância do Notebook, visualize o Identificador da Plataforma
para ver a JupyterLab versão do notebook.

Criar uma instância de caderno

Uma instância de  SageMaker notebook da Amazon é uma instância de computação de ML 
executando o aplicativo Jupyter Notebook. SageMaker gerencia a criação da instância e dos 
recursos relacionados. Use notebooks Jupyter em sua instância de notebook para preparar 
e processar dados, escrever código para treinar modelos, implantar modelos SageMaker na 
hospedagem e testar ou validar seus modelos.

Para criar uma instância de notebook, use o SageMaker console ou o
CreateNotebookInstanceAPI.

O tipo de instância de caderno que você escolher depende de como você a usa. Verifique se 
a instância de caderno não está vinculada à memória, CPU ou E/S. Se você planeja carregar 
um conjunto de dados na memória na instância de caderno para explorar ou pré-processar, 
recomendamos optar pelo tipo de instância com memória RAM suficiente para o conjunto de dados. 
Isso exigiria uma instância com pelo menos 16 GB de memória (.xlarge ou superior). Se você planeja 
usar o caderno para pré-processamento intensivo de computação, recomendamos optar por uma 
instância otimizada para computação, como c4 ou c5.
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Uma prática recomendada ao usar um SageMaker notebook é usar a instância do notebook para 
orquestrar outros AWS serviços. Por exemplo, é possível usar a instância de caderno para gerenciar 
o processamento de grandes conjuntos de dados fazendo chamadas para AWS Glue para ETL 
(extrair, transformar e carregar) ou Amazon EMR para mapeamento e redução de dados usando 
o Hadoop. É possível usar os serviços da AWS como formas temporárias de computação ou 
armazenamento de dados.

É possível armazenar e recuperar os dados de treinamento e teste usando um bucket do Amazon 
S3. Em seguida, você pode usá-lo SageMaker para treinar e criar seu modelo, de forma que o tipo 
de instância do seu notebook não tenha influência na velocidade de treinamento e teste do modelo.

Depois de receber a solicitação, SageMaker faça o seguinte:

• Cria uma interface de rede — se você escolher a configuração opcional de VPC SageMaker , 
cria a interface de rede em sua VPC. Ele usa o ID da sub-rede que você fornece na solicitação 
para determinar em qual zona de disponibilidade criar a sub-rede. SageMaker associa o grupo 
de segurança que você fornece na solicitação à sub-rede. Para ter mais informações, consulte
Conectar uma instância de caderno em uma VPC aos recursos externos.

• Lança uma instância de computação de ML — SageMaker inicia uma instância de computação 
de ML em uma SageMaker VPC. SageMaker executa as tarefas de configuração que permitem 
gerenciar sua instância do notebook e, se você especificou sua VPC, ela habilita o tráfego entre 
sua VPC e a instância do notebook.

• Instala pacotes e bibliotecas do Anaconda para plataformas comuns de aprendizado profundo
— SageMaker instala todos os pacotes do Anaconda incluídos no instalador. Para obter mais 
informações, consulte a lista de pacotes da Anaconda. Além disso, SageMaker instala as 
bibliotecas de TensorFlow aprendizado profundo Apache MXNet.

• Anexa um volume de armazenamento de ML — SageMaker anexa um volume de armazenamento 
de ML à instância de computação de ML. Você pode usar o volume como uma área de trabalho 
para limpar o conjunto de dados de treinamento ou armazenar temporariamente a validação, o 
teste ou outros dados. Escolha qualquer tamanho entre 5 GB e 16384 GB, em incrementos de 1 
GB, para o volume. O padrão é 5 GB. Os volumes de armazenamento de ML são criptografados, 
portanto, não é SageMaker possível determinar a quantidade de espaço livre disponível no 
volume. Por isso, você pode aumentar o tamanho do volume ao atualizar uma instância do 
caderno, mas não pode diminuir o tamanho do volume. Se você deseja diminuir o tamanho do 
volume de armazenamento do ML em uso, crie uma nova instância do caderno com o tamanho 
desejado.
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Somente os arquivos e dados salvos na pasta /home/ec2-user/SageMaker persistem entre 
sessões de instância de caderno. Os arquivos e dados salvos fora desse diretório são sobrescritos 
quando a instância de caderno é interrompida e reiniciada. Cada diretório /tmp da instância de 
caderno fornece um mínimo de 10 GB de armazenamento em um armazenamento de instância. 
Um armazenamento de instância é um armazenamento temporário em nível de bloco que não é 
persistente. Quando a instância é interrompida ou reiniciada, SageMaker exclui o conteúdo do 
diretório. Esse armazenamento temporário faz parte do volume raiz da instância de caderno.

• Copia os exemplos de cadernos Jupyter: esses exemplos de código Python ilustram exercícios 
de hospedagem e treinamento de modelos usando vários algoritmos e conjuntos de dados de 
treinamento.

Para criar uma instância de SageMaker notebook:

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. Escolha Notebook instances (Instâncias de caderno) e Create notebook instance (Criar instância 
de bloco de anotações).

3. Na página Create notebook instance (Criar instância de bloco de anotações), forneça as 
seguintes informações:

a. Em Notebook instance name (Nome da instância de bloco de anotações), digite um nome 
para a sua instância de caderno.

b. Para o tipo de instância do bloco de anotações (caderno), escolha um tamanho de instância 
adequado ao seu caso de uso. Para obter uma lista dos tipos e cotas de instâncias 
compatíveis, consulte Amazon SageMaker Service Quotas.

c. Para Elastic Inference, escolha um tipo de acelerador de inferência para associar à 
instância do caderno se desejar realizar inferências de conduta da instância de caderno ou 
escolha nome (nenhum). Para obter informações sobre a inferência elástica, consulte Use o 
Amazon SageMaker Elastic Inference (EI) .

d. Em Identificador de Plataforma, escolha um tipo de plataforma para criar a instância do 
caderno. Esse tipo de plataforma determina o sistema operacional e a JupyterLab versão 
com a qual sua instância do notebook é criada. Para obter informações sobre o tipo de 
identificador de plataforma, consulte Instâncias de caderno do Amazon Linux 2. Para obter 
mais informações sobre as versões do JupyterLab, consulte JupyterLab versionamento.

e. (Opcional) A Additional configuration (Configuração adicional) permite que os usuários 
avançados criem um script shell que pode ser executado quando você cria ou inicia a 
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instância. Esse script, chamado de script de configuração do ciclo de vida, pode ser 
usado para definir o ambiente do caderno ou para executar outras funções. Para obter 
mais informações, consulte Personalizar uma instância de caderno usando um script de 
configuração do ciclo de vida.

f. (Opcional) A Additional configuration (Configuração adicional) também permite especificar 
o tamanho, em GB, do volume de armazenamento ML anexado à instância de caderno. 
Você pode escolher um tamanho entre 5 GB e 16.384 GB, em incrementos de 1 GB. É 
possível usar o volume para limpar o conjunto de dados de treinamento ou para armazenar 
temporariamente a validação ou outros dados.

g. (Opcional) Para Versão mínima do IMDS, selecione uma versão na lista suspensa. Se 
esse valor for definido como v1, as duas versões poderão ser usadas com a instância do 
caderno. Se v2 for selecionada, somente o IMDSv2 poderá ser usado com a instância do 
caderno. Para obter informações sobre o IMDSv2, consulte Usar o IMDSv2.

Note

A partir de 31 de outubro de 2022, a versão mínima padrão do IMDS para instâncias 
de SageMaker notebook muda de IMDSv1 para IMDSv2.
A partir de 1º de fevereiro de 2023, o IMDSv1 não estará mais disponível para a 
criação de novas instâncias de caderno. Após essa data, você pode criar instâncias 
de caderno com uma versão mínima do IMDS de 2.

h. Para a função do IAM, escolha uma função do IAM existente em sua conta que tenha 
as permissões necessárias para acessar SageMaker os recursos ou escolha Criar uma 
nova função. Se você escolher Criar uma nova função, SageMaker cria uma função do 
IAM chamadaAmazonSageMaker-ExecutionRole-YYYYMMDDTHHmmSS. A política 
gerenciada pela AWS AmazonSageMakerFullAccess é anexada ao perfil. A função 
fornece permissões que permitem que a instância do notebook chame SageMaker o 
Amazon S3.

i. Em Root access (Acesso raiz), para habilitar o acesso raiz a todos os usuários da instância 
do caderno, escolha Enable (Habilitar). Para desabilitar o acesso raiz de usuários, escolha
Disable (Desabilitar). Se você habilitar o acesso raiz, todos os usuários da instância do 
caderno terão privilégios de administrador e poderão acessar e editar todos os arquivos.

j. (Opcional) A Encryption key (Chave de criptografia) permite criptografar dados no volume 
de armazenamento ML anexado à instância de caderno usando uma chave do AWS Key 
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Management Service (AWS KMS). Para armazenar informações confidenciais no volume de 
armazenamento de ML, considere criptografar as informações.

k. (Opcional) A Network (Rede) permite que você coloque sua instância de caderno dentro 
de uma Virtual Private Cloud (VPC). Uma VPC fornece segurança adicional e restringe o 
acesso a recursos na VPC por origens fora da VPC. Para obter informações sobre VPCs, 
consulte o Guia do usuário da Amazon VPC.

Para adicionar sua instância de caderno a uma VPC:

i. Escolha o VPC e um. SubnetId

ii. Em Security Group, escolha o security group padrão da sua VPC.

iii. Se você precisar que sua instância de caderno tenha acesso à Internet, habilite o 
acesso direto à Internet. Em Direct internet access (Acesso direito à internet), escolha
Enable (Habilitar). O acesso à Internet pode tornar sua instância de caderno menos 
segura. Para ter mais informações, consulte Conectar uma instância de caderno em 
uma VPC aos recursos externos.

l. (Opcional) Para associar repositórios Git à instâncias de caderno, escolha um repositório 
padrão e até três repositórios adicionais. Para ter mais informações, consulte Associe 
repositórios Git a instâncias do Notebook SageMaker .

m. Escolha Create notebook instance (Criar instância de bloco de anotações).

Em alguns minutos, a Amazon SageMaker lança uma instância de computação de ML — 
nesse caso, uma instância de notebook — e anexa um volume de armazenamento de ML 
a ela. A instância de caderno conta com a pré-configuração de um servidor de cadernos 
Jupyter e de um conjunto de bibliotecas da Anaconda. Para obter mais informações, 
consulte a API
CreateNotebookInstance.

4. Quando o status da instância de caderno é InService, no console, a instância de caderno está 
pronta para ser usada. Escolha Open Jupyter (Abrir o Jupyter) ao lado do nome do caderno para 
abrir o painel clássico do Jupyter.

Note

Para aumentar a segurança da sua instância de SageMaker notebook da Amazon, 
todos os notebook.region.sagemaker.aws domínios regionais são registrados 
na Lista Pública de Sufixos (PSL) da Internet. Para maior segurança, recomendamos 
que você use cookies com um __Host- prefixo se precisar definir cookies confidenciais 
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para os domínios das instâncias do seu SageMaker notebook. Isso ajuda a defender 
seu domínio contra tentativas de falsificação de solicitação entre sites (CSRF). Para 
obter mais informações, consulte a página Set-Cookie no site de documentação para 
desenvolvedores da mozilla.org.

Você pode escolher Abrir JupyterLab para abrir o JupyterLab painel. O painel fornece acesso à 
sua instância de bloco de anotações e aos blocos de anotações do SageMaker de exemplo que 
contêm demonstrações de código. Essas orientações mostram como usar para realizar tarefas 
comuns de SageMaker aprendizado de máquina. Para ter mais informações, consulte Blocos 
de anotações de exemplo. Para ter mais informações, consulte Controle o acesso root a uma 
instância do SageMaker notebook.

Para obter mais informações sobre cadernos Jupyter, consulte O caderno Jupyter.

Acessar instâncias de caderno

Para acessar suas instâncias de SageMaker notebook da Amazon, escolha uma das seguintes 
opções:

• Use o console do .

Escolha Notebook instances (Instância de caderno). O console exibirá uma lista de instâncias de 
caderno na sua conta. Para abrir uma instância de caderno com uma interface Jupyter padrão, 
escolha Abrir Jupyter para essa instância. Para abrir uma instância do notebook com uma 
JupyterLab interface, escolha Abrir JupyterLab para essa instância.

O console usa suas credenciais de login para enviar um
CreatePresignedNotebookInstanceUrlSolicitação de API para SageMaker. SageMaker 
retorna a URL da instância do seu notebook, e o console abre a URL em outra guia do navegador 
e exibe o painel do notebook Jupyter.
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Note

O URL que você obtém de uma chamada para
CreatePresignedNotebookInstanceUrl é válido somente por 5 minutos. Se tentar 
usar o URL depois que o limite de 5 minutos expirar, você será direcionado para a página 
de login do AWS Management Console.

• Use a API.

Para obter o URL da instância de caderno, chame a API
CreatePresignedNotebookInstanceUrl e use o URL retornado pela API para abrir a 
instância de caderno.

Use o painel de cadernos Jupyter para criar e gerenciar cadernos e para escrever o código. Para 
obter mais informações sobre cadernos Jupyter, consulte http://jupyter.org/documentation.html.

Atualizar uma instância de caderno

Depois de criar uma instância do notebook, você pode atualizá-la usando o SageMaker console e a 
operação UpdateNotebookInstanceda API.

Você pode atualizar as tags de uma instância do caderno, ou seja InService. Para atualizar 
qualquer outro atributo de uma instância do caderno, seu status deve ser Stopped.

Para atualizar uma instância do notebook no SageMaker console:

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. Escolha Notebook instances (Instância de caderno).

3. Escolha a instância do caderno que você deseja atualizar selecionando o Nome da instância do 
caderno na lista.

4. Se o status do caderno não for Stopped, selecione o botão Parar para interromper a instância 
do caderno.

Quando você faz isso, o status da instância do caderno muda para Stopping. Espere até que o 
status mude para Stopped para concluir as etapas a seguir.
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5. Selecione o botão Editar para abrir a página Editar instância do caderno. Para obter informações 
sobre as propriedades do caderno que você pode atualizar, consulte Criar uma instância de 
caderno.

6. Atualize sua instância do caderno e selecione o botão Atualizar instância do caderno na parte 
inferior da página quando terminar para retornar à página de instâncias do caderno. O status da 
instância do seu caderno muda para Atualizando.

Quando a atualização da instância do caderno estiver concluída, o status será alterado para
Stopped.

Personalizar uma instância de caderno usando um script de configuração 
do ciclo de vida

Para instalar pacotes ou exemplos de cadernos na sua instância de caderno, configure as redes e 
a segurança dela, ou use um script de shell para personalizá-la, e use uma configuração de ciclo de 
vida. Uma configuração de ciclo de vida fornece scripts de shell que são executados apenas quando 
você cria ou inicia a instância de caderno. Ao criar uma instância de caderno, você pode criar uma 
nova configuração de ciclo de vida e os scripts que ela usa. Alternativamente, é possível aplicar uma 
já existente.

Também é possível usar um script de configuração do ciclo de vida para acessar os serviços da 
AWS do seu caderno. Por exemplo, você pode criar um script que permite usar seu caderno para 
controlar outros recursos da AWS, como uma instância do Amazon EMR.

Mantemos um repositório público de scripts de configuração do ciclo de vida do notebook que 
abordam casos de uso comuns para personalizar instâncias do notebook em https://github.com/aws-
samples/ -. amazon-sagemaker-notebook-instance lifecycle-configuration-samples

Note

Cada script tem um limite de 16.384 caracteres.
O valor da variável de ambiente $PATH que está disponível para ambos os scripts é /usr/
local/sbin:/usr/local/bin:/usr/bin:/usr/sbin:/sbin:/bin. O diretório de 
trabalho, que é o valor da variável de ambiente $PWD é /.
Visualize CloudWatch os registros das configurações do ciclo de vida da instância do 
notebook no grupo /aws/sagemaker/NotebookInstances de registros no fluxo de 
registros. [notebook-instance-name]/[LifecycleConfigHook]
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Scripts não podem ser executados por mais de 5 minutos. Se um script for executado por 
mais de 5 minutos, haverá falha e a instância de caderno não será criada nem iniciada. Para 
ajudar a diminuir o tempo de execução de scripts, tente o seguinte:

• Reduza as etapas necessárias. Por exemplo, limite os ambientes conda nos quais instalar 
pacotes grandes.

• Execute tarefas em processos paralelos.

• Use o comando nohup no seu script.

Você pode ver uma lista das configurações do ciclo de vida da instância do notebook que você criou 
anteriormente escolhendo a configuração do ciclo de vida no console. SageMaker Você pode anexar 
uma configuração de ciclo de vida de instância de caderno ao criar uma nova instância de caderno. 
Para ter mais informações sobre como criar uma instância de caderno, consulte Criar uma instância 
de caderno.

Para criar uma configuração de ciclo de vida

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações administrativas, escolha Configurações do ciclo de vida.

4. Na página Configurações do ciclo de vida, escolha a aba Instância do caderno.

5. Escolha Criar configuração.

6. Em Nome, digite um nome usando caracteres alfanuméricos e “-”, mas sem espaços. Um rótulo 
pode ter no máximo 63 caracteres.

7. (Opcional) Para criar um script que é executado na criação do caderno e toda vez que ele for 
iniciado, escolha Start notebook (Iniciar caderno).

8. No editor Start notebook (Iniciar caderno), digite o script.

9. (Opcional) Para criar um script que é executado apenas uma vez, na criação do caderno, 
escolha Create notebook (Criar caderno).

10. No editor Create notebook (Criar caderno), digite o script de configuração das redes.

11. Escolha Criar configuração.
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Práticas recomendadas para configuração do ciclo de vida

Veja a seguir as melhores práticas para usar configurações de ciclo de vida:

Important

Não recomendamos armazenar informações confidenciais em seu script de configuração do 
ciclo de vida.

• As configurações de ciclo de vida são executadas como o usuário root. Se o seu script fizer 
alguma alteração no diretório /home/ec2-user/SageMaker (por exemplo, instalar um pacote 
com pip), use o comando sudo -u ec2-user para executar como o usuário ec2-user. Esse é 
o mesmo usuário com o qual a Amazon SageMaker opera.

• SageMaker instâncias de notebook usam conda ambientes para implementar diferentes kernels 
para notebooks Jupyter. Se quiser instalar pacotes disponíveis para um ou mais kernels de 
caderno, coloque os comandos para instalar os pacotes com comandos de ambiente conda que 
ativam o ambiente conda que contém o kernel no qual você deseja instalar os pacotes.

Por exemplo, para instalar um pacote somente para o ambiente do python3, use o seguinte 
código:

#!/bin/bash
sudo -u ec2-user -i <<EOF

# This will affect only the Jupyter kernel called "conda_python3".
source activate python3

# Replace myPackage with the name of the package you want to install.
pip install myPackage
# You can also perform "conda install" here as well.

source deactivate

EOF

Se você deseja instalar um pacote em todos os ambientes conda na instâncias de caderno, use o 
seguinte código:

#!/bin/bash
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sudo -u ec2-user -i <<EOF

# Note that "base" is special environment name, include it there as well.
for env in base /home/ec2-user/anaconda3/envs/*; do 
    source /home/ec2-user/anaconda3/bin/activate $(basename "$env") 

    # Installing packages in the Jupyter system environment can affect stability of 
 your SageMaker 
    # Notebook Instance.  You can remove this check if you'd like to install Jupyter 
 extensions, etc. 
    if [ $env = 'JupyterSystemEnv' ]; then 
      continue 
    fi 

    # Replace myPackage with the name of the package you want to install. 
    pip install --upgrade --quiet myPackage
    # You can also perform "conda install" here as well. 

    source /home/ec2-user/anaconda3/bin/deactivate
done

EOF

• Armazene todos os ambientes conda na pasta de ambientes padrão (/home/user/anaconda3/
envs).

Important

Ao criar ou alterar um script, recomendamos usar um editor de texto que forneça quebras 
de linha de estilo UNIX, como o editor de texto disponível no console quando um caderno é 
criado. Copiar texto de um sistema operacional que não seja Linux pode incluir quebras de 
linha incompatíveis e resultar em um erro inesperado.

Instalar kernels e bibliotecas externas em instâncias de caderno

As instâncias de SageMaker notebooks da Amazon vêm com vários ambientes já instalados. Esses 
ambientes contêm kernels Jupyter e pacotes Python, incluindo: scikit, Pandas,, e MXNet. NumPy 
TensorFlow Os ambientes, com todos os arquivos da pasta sample-notebooks, são atualizados 
quando você interrompe e inicia uma instância de caderno. Você também pode instalar seus próprios 
ambientes, com os pacotes e kernels de sua escolha.

Personalizar uma instância de caderno 650



Amazon SageMaker Guia do Desenvolvedor

Os diferentes kernels do Jupyter nas instâncias de notebooks da SageMaker Amazon são ambientes 
conda separados. Para obter mais informações sobre ambientes do Conda, consulte a seção de
gerenciamento de ambientes na documentação do Conda.

Instale kernels e ambientes personalizados no volume do Amazon EBS da instância do caderno. 
Isso garante que eles persistam quando você interrompe e reinicia a instância do notebook e que 
as bibliotecas externas instaladas não sejam atualizadas pelo SageMaker. Para fazer isso, use uma 
configuração de ciclo de vida que inclua um script que é executado quando você cria a instância do 
caderno on-create) e um script que é executado toda vez que você reinicia a instância do caderno 
(on-start). Para obter informações sobre o uso das configurações do ciclo de vida da instância do 
caderno, consulte Personalizar uma instância de caderno usando um script de configuração do ciclo 
de vida. Há um GitHub repositório que contém exemplos de scripts de configuração do ciclo de vida 
em SageMakerNotebook Instance Lifecycle Config Samples.

Os exemplos em https://github.com/aws-samples/ amazon-sagemaker-notebook-instance - lifecycle-
config-samples /blob/master/scripts/ persistent-conda-ebs /on-create.sh e https://github.com/aws-
samples/ amazon-sagemaker-notebook-instance - lifecycle-config-samples /blob/master/scripts/ 
persistent-conda-ebs /on-start.sh mostram as melhores práticas para instalar ambientes e kernels 
em uma instância de notebook. O script on-create script instala a biblioteca ipykernel para criar 
ambientes personalizados como kernels do Jupyter e, em seguida, usa pip install e conda 
install para instalar bibliotecas. Você pode adaptar o script para criar ambientes personalizados 
e instalar as bibliotecas que desejar. SageMaker não atualiza essas bibliotecas quando você 
interrompe e reinicia a instância do notebook, portanto, você pode garantir que seu ambiente 
personalizado tenha as versões específicas das bibliotecas que você deseja. O script on-start
instala todos os ambientes personalizados que você cria como kernels do Jupyter, para que eles 
apareçam na lista suspensa no menu Novo do Jupyter.

Ferramentas de instalação do pacote

SageMaker os notebooks suportam as seguintes ferramentas de instalação de pacotes:

• instalação do conda

• instalação do pip

Você pode instalar pacotes usando os métodos a seguir:

• Scripts de configuração do ciclo de vida.

Personalizar uma instância de caderno 651

https://conda.io/docs/user-guide/tasks/manage-environments.html
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-create.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-create.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-create.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-create.sh
https://github.com/aws-samples/amazon-sagemaker-notebook-instance-lifecycle-config-samples/blob/master/scripts/persistent-conda-ebs/on-start.sh


Amazon SageMaker Guia do Desenvolvedor

Para ver exemplos de scripts, consulte Amostras de configuração do ciclo de vida da instância do 
SageMaker notebook. Para obter mais informações sobre a configuração do ciclo de vida, consulte
Personalizar uma instância do caderno usando um script de configuração do ciclo de vida.

• Cadernos: os seguintes comandos são compatíveis.

• %conda install

• %pip install

• O terminal Jupyter: você pode instalar pacotes usando pip e conda diretamente.

De dentro de um caderno, você pode usar a sintaxe de comando do sistema (linhas começando 
com !) para instalar pacotes, por exemplo, !pip install e !conda install. Mais recentemente, 
novos comandos foram adicionados ao IPython: %pip e %conda. Esses comandos são a forma 
recomendada de instalar pacotes de um caderno, pois eles levam corretamente em consideração 
o ambiente ativo ou o intérprete que está sendo usado. Para obter mais informações, consulte
Adicionar funções mágicas %pip e %conda.

Conda

O Conda é um sistema de gerenciamento de pacotes e sistema de gerenciamento de ambiente 
de código aberto, que pode instalar pacotes e suas dependências. SageMaker suporta o uso do 
Conda com qualquer um dos dois canais principais, o canal padrão e o canal conda-forge. Para obter 
mais informações, consulte Canais conda. O canal conda-forge é um canal comunitário onde os 
colaboradores podem fazer upload de pacotes.

Note

Devido à forma como o Conda resolve o gráfico de dependências, a instalação de pacotes 
do conda-forge pode levar muito mais tempo (nos piores casos, mais de 10 minutos).

A AMI de aprendizado profundo vem com muitos ambientes conda e muitos pacotes pré-instalados. 
Devido ao número de pacotes pré-instalados, é difícil encontrar um conjunto de pacotes com garantia 
de compatibilidade. Você pode ver um aviso “O ambiente é inconsistente, verifique o plano do 
pacote com cuidado”. Apesar desse aviso, SageMaker garante que todos os ambientes SageMaker 
fornecidos estejam corretos. SageMaker não podemos garantir que nenhum pacote instalado pelo 
usuário funcione corretamente.
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Note

Os usuários AWS Deep Learning AMI e o Amazon EMR podem acessar o repositório 
comercial do Anaconda sem obter uma licença comercial até 1º de fevereiro de 2024 ao usar 
o Anaconda nesses serviços. SageMaker Para qualquer uso fora desses três serviços, os 
clientes são responsáveis por determinar seus próprios requisitos de licença do Anaconda.

O Conda tem dois métodos para ativar ambientes: ativar/desativar conda e ativar/desativar a fonte. 
Para obter mais informações, consulte Devo usar 'conda activate' ou 'source activate' no Linux?.

SageMaker suporta a transferência de ambientes Conda para o volume do Amazon EBS, que 
persiste quando a instância é interrompida. Os ambientes não persistem quando são instalados 
no volume raiz, que é o comportamento padrão. Para obter um exemplo de script de ciclo de vida, 
consulte. persistent-conda-ebs

Operações conda compatíveis (consulte a nota na parte inferior deste tópico)

• instalação conda de um pacote em um único ambiente

• instalação conda de um pacote em todos os ambientes

• instalação conda de um pacote R no ambiente R

• Instalar um pacote do repositório principal do conda

• Instalar um pacote do conda-forge

• Alterar o local de instalação do conda para usar o EBS

• Suporte ao 'conda activate' e ao 'source activate'

Pip

O pip é a ferramenta de fato para instalar e gerenciar pacotes Python. O Pip pesquisa pacotes no 
Python Package Index (PyPI) por padrão. Ao contrário do Conda, o pip não tem suporte integrado ao 
ambiente e não é tão completo quanto o Conda quando se trata de pacotes com dependências de 
bibliotecas nativas/sistema. O pip pode ser usado para instalar pacotes em ambientes conda.

Você pode usar repositórios de pacotes alternativos com pip em vez do PyPI. Para ver um exemplo 
de script de ciclo de vida, consulte on-start.sh.
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Operações conda compatíveis (consulte a nota na parte inferior deste tópico)

• Usar pip para instalar um pacote sem um ambiente conda ativo (instalar pacotes em todo o 
sistema)

• Usar pip para instalar um pacote em um ambiente conda

• Usar pip para instalar um pacote em todos os ambientes conda

• Alterar o local de instalação do pip para usar o EBS

• Usar um repositório alternativo para instalar pacotes com pip

Sem suporte

SageMaker visa oferecer suporte ao maior número possível de operações de instalação de pacotes. 
No entanto, se os pacotes foram instalados por SageMaker ou DLAMI e você usa as seguintes 
operações nesses pacotes, isso pode tornar sua instância do notebook instável:

• Desinstalação

• Rebaixamento

• Fazer upgrade

Não fornecemos suporte para instalação de pacotes via instalação yum ou instalação de pacotes R 
do CRAN.

Devido a possíveis problemas com as condições ou configurações da rede, ou com a disponibilidade 
do Conda ou PyPi, não podemos garantir que os pacotes serão instalados em um período de tempo 
fixo ou determinístico.

Note

Não podemos garantir que a instalação de um pacote será bem-sucedida. A tentativa de 
instalar um pacote em um ambiente com dependências incompatíveis pode resultar em uma 
falha. Nesse caso, você deve entrar em contato com o mantenedor da biblioteca para ver se 
é possível atualizar as dependências do pacote. Como alternativa, você pode tentar modificar 
o ambiente de forma a permitir a instalação. No entanto, essa modificação provavelmente 
significará remover ou atualizar os pacotes existentes, o que significa que não podemos mais 
garantir a estabilidade desse ambiente.
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Atualizações de software de instâncias de caderno

A Amazon testa e lança SageMaker periodicamente software instalado em instâncias de notebooks. 
Isso inclui:

• Atualizações do kernel

• Patches de segurança

• Atualizações do SDK do AWS

• Atualizações do SDK do Amazon SageMaker Python

• Atualizações de software de código aberto

Para garantir que você tenha as atualizações de software mais recentes, pare e reinicie sua instância 
do notebook, seja no SageMaker console ou ligando StopNotebookInstance.

Você também pode atualizar manualmente o software instalado em sua instância de caderno 
enquanto ela estiver em execução usando comandos de atualização em um terminal ou em um 
caderno.

Note

A atualização de kernels e alguns pacotes pode depender se o acesso raiz está habilitado 
para a instância de caderno. Para ter mais informações, consulte Controle o acesso root a 
uma instância do SageMaker notebook.

Você pode verificar se há atualizações no Painel de integridade pessoal ou no boletim de segurança 
em Security Bulletins.

Controlar uma instância do Amazon EMR Spark usando um caderno

É possível usar uma instância de caderno criada com um script de configuração de ciclo de vida 
personalizado para acessar os serviços da AWS do seu caderno. Por exemplo, é possível criar um 
script que permite usar seu caderno com o Sparkmagic para controlar outros recursos da AWS, 
como uma instância do Amazon EMR. Depois, você poderá usar a instância do Amazon EMR para 
processar seus dados em vez de executar a análise de dados em seu caderno. Isso permite que 
você crie uma instância de caderno menor porque você não usará a instância para processar dados. 
Isso é útil quando você tem conjuntos de dados grandes, que exigem uma instância de caderno 
grande para processar os dados.
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O processo exige três procedimentos usando o SageMaker console da Amazon:

• Criar a instância do Amazon EMR Spark

• Criar o caderno Jupyter

• Testar a conexão do caderno com o Amazon EMR

Para criar uma instância do Amazon EMR Spark que pode ser controlada de um caderno usando o 
Sparkmagic

1. Abra o console do Amazon EMR em https://console.aws.amazon.com/elasticmapreduce/.

2. No painel de navegação, escolha Create cluster (Criar cluster).

3. Na página Create Cluster - Quick Options (Criar Cluster – Opções rápidas) em Software 
configuration (Configuração de software), escolha Spark: Spark 2.4.4 on Hadoop 2.8.5 YARN 
with Ganglia 3.7.2 and Zeppelin 0.8.2 (Spark: Spark 2.4.4 no Hadoop 2.8.5 YARN com Ganglia 
3.7.2 e Zeppelin 0.8.2).

4. Defina parâmetros adicionais na página e escolha Create cluster (Criar cluster).

5. Na página Cluster escolha o nome do cluster que você criou. Observe o Master Public DNS 
(DNS público principal), o EMR master's security group (Grupo de segurança do EMR principal), 
e o nome da VPC e o ID da sub-rede onde o cluster do EMR foi criado. Você usará esses 
valores quando criar um caderno.

Para criar um caderno que usa o Sparkmagic para controlar uma instância do Amazon EMR Spark

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, em Notebook instances (Instâncias de caderno), escolha Create 
notebook (Criar caderno).

3. Insira o nome da instância de caderno e escolha o tipo de instância.

4. Escolha Additional configuration (Configuração adicional) e, em Lifecycle configuration 
(Configuração do ciclo de vida), escolha Create a new lifecycle configuration (Criar uma 
configuração do ciclo de vida).

5. Adicione o seguinte código ao script de configuração do ciclo de vida:

# OVERVIEW
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# This script connects an Amazon EMR cluster to an Amazon SageMaker notebook 
 instance that uses Sparkmagic.
#
# Note that this script will fail if the Amazon EMR cluster's master node IP 
 address is not reachable.
#   1. Ensure that the EMR master node IP is resolvable from the notebook instance.
#      One way to accomplish this is to have the notebook instance and the Amazon 
 EMR cluster in the same subnet.
#   2. Ensure the EMR master node security group provides inbound access from the 
 notebook instance security group.
#       Type        - Protocol - Port - Source
#       Custom TCP  - TCP      - 8998 - $NOTEBOOK_SECURITY_GROUP
#   3. Ensure the notebook instance has internet connectivity to fetch the 
 SparkMagic example config.
#
# https://aws.amazon.com/blogs/machine-learning/build-amazon-sagemaker-notebooks-
backed-by-spark-in-amazon-emr/

# PARAMETERS
EMR_MASTER_IP=your.emr.master.ip

cd /home/ec2-user/.sparkmagic

echo "Fetching Sparkmagic example config from GitHub..."
wget https://raw.githubusercontent.com/jupyter-incubator/sparkmagic/master/
sparkmagic/example_config.json

echo "Replacing EMR master node IP in Sparkmagic config..."
sed -i -- "s/localhost/$EMR_MASTER_IP/g" example_config.json
mv example_config.json config.json

echo "Sending a sample request to Livy.."
curl "$EMR_MASTER_IP:8998/sessions" 
                 

6. Na seção PARAMETERS do script, substitua your.emr.master.ip pelo nome do DNS público 
principal da instância do Amazon EMR.

7. Escolha Criar configuração.

8. Na página Create notebook (Criar caderno), escolha Network - optional (Rede - opcional).

9. Escolha a VPC e a sub-rede onde a instância do Amazon EMR está localizada.

10. Escolha o grupo de segurança usado pelo nó principal do Amazon EMR.
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11. Escolha Create notebook instance (Criar instância de bloco de anotações).

Enquanto a instância de caderno estiver sendo criada, o status será Pending. Depois que a instância 
for criada e o script de configuração do ciclo de vida for executado com sucesso, o status será.
InService

Note

Se a instância do notebook não puder se conectar à instância do Amazon EMR, não será 
SageMaker possível criar a instância do notebook. Pode haver falha na conexão se a 
instância do Amazon EMR e o caderno não estiverem na mesma VPC e sub-rede, se o grupo 
de segurança principal do Amazon EMR não for usado pelo caderno ou se o nome do DNS 
público principal no script estiver incorreto.

Para testar a conexão entre a instância do Amazon EMR e o caderno

1. Quando o status do notebook for InService, escolha Abrir o Jupyter para abrir o notebook.

2. Escolha Novo e, em seguida, escolha Sparkmagic () PySpark.

3. Na célula de código, digite %%info e execute a célula.

A saída deve ser semelhante ao seguinte.

Current session configs: {'driverMemory': '1000M', 'executorCores': 2, 'kind': 
 'pyspark'} 
                    No active sessions.

Blocos de anotações de exemplo

Sua instância de notebook contém exemplos de notebooks fornecidos pela Amazon SageMaker. 
Os blocos de anotações de exemplo contêm código que mostra como aplicar soluções de machine 
learning usando o SageMaker. As instâncias de cadernos usam a extensão Jupyter nbexamples, 
que permite que você visualize uma versão somente leitura de um exemplo de caderno ou crie 
uma cópia dele para poder modificá-lo e executá-lo. Para obter mais informações sobre a extensão
nbexamples, consulte https://github.com/danielballan/nbexamples. Para obter informações sobre 
exemplos de notebooks para SageMaker Studio, consulteUse notebooks Amazon SageMaker Studio 
Classic.
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Note

Os exemplos de cadernos normalmente fazem download de conjuntos de dados da Internet. 
Se você desabilitar o acesso à Internet SageMaker fornecido ao criar sua instância de 
notebook, notebooks de exemplo podem não funcionar. Para ter mais informações, consulte
Conectar uma instância de caderno em uma VPC aos recursos externos.

Usar ou visualizar exemplos de cadernos no Jupyter Classic

Para visualizar ou usar os blocos de notas de exemplo na visualização clássica do Jupyter, escolha a 
SageMaker guia Exemplos.

Para exibir uma versão somente para leitura de um exemplo de caderno na visualização clássica do 
Jupyter, na guia SageMaker Exemplos, escolha Visualizar para esse caderno. Para criar uma cópia 
de um caderno de exemplo no diretório inicial da instância do seu caderno, escolha Usar. Na caixa 
de diálogo, você pode alterar o nome do caderno antes de salvá-lo.
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Usar ou visualizar exemplos de cadernos no Jupyterlab

Para visualizar ou usar os exemplos de cadernos na visualização Jupyterlab, escolha o ícone 
exemplos no painel de navegação à esquerda.
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Para visualizar uma versão somente leitura de um caderno, escolha o nome do caderno. Isso abre o 
caderno como guia na área principal. Para criar a cópia de um caderno de exemplo no diretório inicial 
da instância do seu caderno, escolha Create a Copy (Criar Cópia) no banner superior. Na caixa de 
diálogo, digite um nome para o caderno e escolha CREATE COPY (CRIAR CÓPIA).

Para obter mais informações sobre os notebooks de exemplo, consulte o  GitHubrepositório de 
SageMaker exemplos.
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Definir o kernel do caderno

SageMaker A Amazon fornece vários kernels para o Jupyter que oferecem suporte para Python 2 
e 3, Apache MXNet e. TensorFlow PySpark Para definir um kernel para um novo caderno no painel 
do caderno Jupyter, escolha Novo e escolha o kernel na lista. Para obter mais informações sobre os 
kernels disponíveis, consulte Kernels disponíveis.

Você também pode criar um kernel personalizado que pode ser usado na sua instância de caderno. 
Para obter mais informações, consulte Instalar kernels e bibliotecas externas em instâncias de 
caderno.

Associe repositórios Git a instâncias do Notebook SageMaker

Associe repositórios Git à sua instância de caderno para salvar seus cadernos em um ambiente de 
controle de fonte que persista mesmo se você parar ou excluir sua instância de caderno. Você pode 
associar um repositório padrão e até três repositórios adicionais a uma instância de caderno. Os 
repositórios podem ser hospedados em AWS CodeCommit GitHub, ou em qualquer outro servidor 
Git. Associar repositórios Git à sua instância de caderno pode ser útil para:

• Persistência: os cadernos em uma instância de caderno são armazenados em volumes do 
Amazon EBS duráveis, mas não persistem além da duração da sua instância de caderno. 
Armazenar cadernos em um repositório Git permite armazenar e usar cadernos mesmo se você 
parar ou excluir sua instância de caderno.

• Colaboração - Os membros de uma equipe geralmente trabalham juntos em projetos de machine 
learning. Armazenar seus cadernos em repositórios Git permite que os membros que trabalham 
em diferentes instâncias do caderno compartilhem cadernos e colaborem com eles em um 
ambiente de controle de origem.

• Aprendizado - Muitos notebooks Jupyter que demonstram técnicas de aprendizado de máquina 
estão disponíveis em repositórios Git hospedados publicamente, como on. GitHub Você pode 
associar sua instância de caderno a um repositório para carregar facilmente os cadernos Jupyter 
contidos nesse repositório.
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Existem duas maneiras de associar um repositório Git a uma instância de caderno:

• Adicione um repositório Git como um recurso na sua conta da Amazon. SageMaker Em seguida, 
para acessar o repositório, você pode especificar um segredo do AWS Secrets Manager que 
contém as credenciais. Dessa forma, você pode acessar repositórios que exigem autenticação.

• Associe um repositório Git público que não seja um recurso na sua conta. Se você fizer isso, não 
poderá especificar credenciais para acessar o repositório.

Tópicos

• Adicione um repositório Git à sua conta Amazon SageMaker

• Criar uma instância de Caderno com um repositório Git associado

• Associar um CodeCommit repositório em uma AWS conta diferente a uma instância do Notebook

• Usar repositórios Git em uma instância de caderno

Adicione um repositório Git à sua conta Amazon SageMaker

Para gerenciar seus GitHub repositórios, associá-los facilmente às instâncias do seu notebook e 
associar credenciais a repositórios que exigem autenticação, adicione os repositórios como recursos 
em sua conta da Amazon. SageMaker Você pode ver uma lista de repositórios armazenados em sua 
conta e detalhes sobre cada repositório no SageMaker console e usando a API.

Você pode adicionar repositórios Git à sua SageMaker conta no SageMaker console ou usando o. 
AWS CLI

Note

Você pode usar a SageMaker API CreateCodeRepositorypara adicionar repositórios Git 
à sua SageMaker conta, mas step-by-step as instruções não são fornecidas aqui.

Adicionar um repositório Git à sua conta do SageMaker (console)

Para adicionar um repositório Git como um recurso em sua conta SageMaker

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. Em Caderno, escolha Repositórios Git, depois escolha Adicionar repositório.
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3. Para adicionar um CodeCommit repositório, escolha AWS CodeCommit. Para adicionar um 
GitHub ou outro repositório baseado em Git, escolha GitHub/Outro repositório baseado em Git.

Para adicionar um CodeCommit repositório existente

1. Escolha Use existing repository (Usar repositório existente).

2. Para Repository (Repositório), escolha um repositório na lista.

3. Insira um nome para usar no repositório. SageMaker O nome deve ter de 1 a 63 caracteres. Os 
caracteres válidos são a-z, A-Z, 0-9 e hífen (-).

4. Escolha Adicionar repositório.

Para criar um novo CodeCommit repositório

1. Escolha Criar novo repositório.

2. Insira um nome para o repositório que você pode usar em ambos CodeCommit e. SageMaker O 
nome deve ter de 1 a 63 caracteres. Os caracteres válidos são a-z, A-Z, 0-9 e hífen (-).

3. Escolha Criar repositório.

Para adicionar um repositório Git hospedado em algum lugar diferente de CodeCommit

1. Escolha GitHub/Outro repositório baseado em Git.

2. Insira um nome de até 63 caracteres. Os caracteres válidos incluem caracteres alfanuméricos, 
um hífen (-) e 0-9.

3. Digite a URL do repositório. Não forneça um nome de usuário no URL. Adicione as credenciais 
de login em AWS Secrets Manager conforme descrito na próxima etapa.

4. Para Git credentials (Credenciais do Git), escolha as credenciais a serem usadas para 
autenticação no repositório. Isso será necessário apenas se o repositório Git for privado.

Note

Se você tiver habilitado a autenticação de dois fatores para o seu repositório Git, use 
um token de acesso pessoal gerado pelo seu provedor de serviços Git no campo
password.
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a. Para usar um segredo existente do AWS Secrets Manager, escolha Usar segredo 
existente e depois escolha um segredo da lista. Para obter informações sobre como criar 
e armazenar um segredo, consulte Criar um segredo básico, no Guia do usuário do AWS 
Secrets Manager. O nome do segredo que você usa deve conter a string sagemaker.

Note

O segredo deve ter um rótulo de preparação de AWSCURRENT e deve estar no 
seguinte formato:
{"username": UserName, "password": Password}
Para GitHub repositórios, recomendamos usar um token de acesso pessoal no
password campo. Para obter informações, consulte https://help.github.com/articles/ 
creating-a-personal-access - token-for-the-command -line/.

b. Para criar um novo segredo do AWS Secrets Manager, escolha Criar segredo), insira um 
nome para o segredo e depois insira o nome de usuário e a senha a serem usados para 
autenticação no repositório. O nome do segredo deve conter a string sagemaker.

Note

A função do perfil do IAM que você usar para criar o segredo deve ter a permissão
secretsmanager:GetSecretValue em sua política do IAM.
O segredo deve ter um rótulo de preparação de AWSCURRENT e deve estar no 
seguinte formato:
{"username": UserName, "password": Password}
Para GitHub repositórios, recomendamos usar um token de acesso pessoal.

c. Para não usar credenciais, escolha Sem segredo.

5. Escolha Create secret (Criar segredo).

Adicione um repositório Git à sua conta Amazon SageMaker (CLI)

Use o comando create-code-repository da AWS CLI. Especifique um nome para o repositório 
como o valor do argumento code-repository-name. O nome deve ter de 1 a 63 caracteres. Os 
caracteres válidos são a-z, A-Z, 0-9 e hífen (-). Especifique também o seguinte:
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• A ramificação padrão

• A URL do repositório Git

Note

Não forneça um nome de usuário no URL. Adicione as credenciais de login em AWS 
Secrets Manager conforme descrito na próxima etapa.

• O Nome do recurso da Amazon (ARN) de um segredo do AWS Secrets Manager que contenha 
as credenciais a serem usadas para autenticação no repositório como o valor do argumento git-
config

Para obter informações sobre como criar e armazenar um segredo, consulte Criar um segredo 
básico, no Guia do usuário do AWS Secrets Manager. O comando a seguir cria um novo repositório 
nomeado MyRespository na sua SageMaker conta da Amazon que aponta para um repositório Git 
hospedado em. https://github.com/myprofile/my-repo"

Para Linux, OS X ou Unix:

aws sagemaker create-code-repository \ 
                    --code-repository-name "MyRepository" \ 
                    --git-config Branch=branch,RepositoryUrl=https://github.com/
myprofile/my-repo,SecretArn=arn:aws:secretsmanager:us-east-2:012345678901:secret:my-
secret-ABc0DE

Para Windows:

aws sagemaker create-code-repository ^ 
                    --code-repository-name "MyRepository" ^ 
                    --git-config "{\"Branch\":\"master\", \"RepositoryUrl\" : 
                    \"https://github.com/myprofile/my-repo\", \"SecretArn\" : 
 \"arn:aws:secretsmanager:us-east-2:012345678901:secret:my-secret-ABc0DE\"}"

Note

O segredo deve ter um rótulo de preparação de AWSCURRENT e deve estar no seguinte 
formato:
{"username": UserName, "password": Password}
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Para GitHub repositórios, recomendamos usar um token de acesso pessoal.

Criar uma instância de Caderno com um repositório Git associado

Você pode associar os repositórios Git a uma instância de caderno ao criar essa instância usando 
o AWS Management Console ou a AWS CLI. Se você quiser usar um CodeCommit repositório que 
esteja em uma AWS conta diferente da instância do notebook, configure o acesso entre contas para 
o repositório. Para obter mais informações, consulte Associar um CodeCommit repositório em uma 
AWS conta diferente a uma instância do Notebook.

Tópicos

• Criar uma instância de caderno com um repositório Git associado (console)

• Criar uma instância de caderno com um repositório Git associado (CLI)

Criar uma instância de caderno com um repositório Git associado (console)

Para criar uma instância de notebook e associar repositórios Git no console da Amazon SageMaker

1. Siga as instruções em Etapa 1: criar uma instância do Amazon SageMaker Notebook.

2. Para Repositórios Git, escolha repositórios Git a serem associados a instância de caderno.

a. Para Repositório padrão, escolha um repositório que você deseja usar como seu repositório 
padrão. O SageMaker clona esse repositório como um subdiretório no diretório de 
inicialização do Jupyter em /home/ec2-user/SageMaker. Quando você abrir sua 
instância de caderno, ela será aberta nesse repositório. Para escolher um repositório 
armazenado como um recurso na sua conta, escolha seu nome na lista. Para adicionar um 
novo repositório como recurso em sua conta, escolha Adicionar um repositório a SageMaker 
(abre o fluxo Adicionar repositório em uma nova janela) e siga as instruções em. Criar uma 
instância de caderno com um repositório Git associado (console) Para clonar um repositório 
público que não esteja armazenado na sua conta, escolha Clonar repositório Git público 
apenas para essa instância de caderno e especifique o URL desse repositório.

b. Para Repositório adicional 1, escolha um repositório que você deseja adicionar como 
outro diretório. O SageMaker clona esse repositório como um subdiretório no diretório de 
inicialização do Jupyter em /home/ec2-user/SageMaker. Para escolher um repositório 
armazenado como um recurso na sua conta, escolha seu nome na lista. Para adicionar um 
novo repositório como recurso em sua conta, escolha Adicionar um repositório a SageMaker 
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(abre o fluxo Adicionar repositório em uma nova janela) e siga as instruções em. Criar uma 
instância de caderno com um repositório Git associado (console) Para clonar um repositório 
que não esteja armazenado na sua conta, escolha Clonar repositório Git público apenas 
para essa instância de caderno e especifique a URL desse repositório.

Repita essa etapa até três vezes para adicionar até três repositórios adicionais à sua 
instância de caderno.

Criar uma instância de caderno com um repositório Git associado (CLI)

Para criar uma instância de caderno e associar repositórios Git usando a AWS CLI, utilize o comando
create-notebook-instance da seguinte forma:

• Especifique o repositório que você deseja usar como seu repositório padrão como o valor do 
argumento default-code-repository. A Amazon SageMaker clona esse repositório como um 
subdiretório no diretório de inicialização do Jupyter em. /home/ec2-user/SageMaker Quando 
você abrir sua instância de caderno, ela será aberta nesse repositório. Para usar um repositório 
armazenado como um recurso em sua SageMaker conta, especifique o nome do repositório 
como o valor do default-code-repository argumento. Para usar um repositório que não 
esteja armazenado na sua conta, especifique a URL do repositório como o valor do argumento
default-code-repository.

• Especifique até três repositórios adicionais como o valor do additional-code-repositories
argumento. SageMaker clona esse repositório como um subdiretório no diretório de inicialização 
do Jupyter em/home/ec2-user/SageMaker, e o repositório é excluído do repositório padrão 
adicionando-o ao diretório do repositório padrão. .git/info/exclude Para usar repositórios 
armazenados como recursos em sua SageMaker conta, especifique os nomes dos repositórios 
como o valor do additional-code-repositories argumento. Para usar repositórios que 
não estejam armazenados na sua conta, especifique as URLs dos repositórios como o valor do 
argumento additional-code-repositories.

Por exemplo, o comando a seguir cria uma instância de notebook que tem um repositório 
chamadoMyGitRepo, que é armazenado como um recurso em sua SageMaker conta, como um 
repositório padrão e um repositório adicional hospedado em: GitHub

aws sagemaker create-notebook-instance \ 
                    --notebook-instance-name "MyNotebookInstance" \ 
                    --instance-type "ml.t2.medium" \ 
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                    --role-arn "arn:aws:iam::012345678901:role/service-role/
AmazonSageMaker-ExecutionRole-20181129T121390" \ 
                    --default-code-repository "MyGitRepo" \ 
                    --additional-code-repositories "https://github.com/myprofile/my-
other-repo"

Note

Se você usar um AWS CodeCommit repositório que não contenha "SageMaker" em seu 
nome, adicione as codecommit:GitPush permissões codecommit:GitPull e à função 
que você passa como role-arn argumento para o create-notebook-instance
comando. Para obter informações sobre como adicionar permissões a um perfil, consulte
Adicionar e remover políticas do IAM, no Guia do Usuário do AWS Identity and Access 
Management.

Associar um CodeCommit repositório em uma AWS conta diferente a uma instância do 
Notebook

Para associar um CodeCommit repositório em uma AWS conta diferente à sua instância do 
notebook, configure o acesso entre contas para o CodeCommit repositório.

Para configurar o acesso entre contas a um CodeCommit repositório e associá-lo a uma instância do 
notebook:

1. Na AWS conta que contém o CodeCommit repositório, crie uma política do IAM que permita o 
acesso dos usuários ao repositório na conta que contém a instância do seu notebook. Para obter 
mais informações, consulte Etapa 1: Criar uma política para acesso ao repositório na ContaA no
Guia do usuário do CodeCommit .

2. Na AWS conta que contém o CodeCommit repositório, crie uma função do IAM e anexe a 
política que você criou na etapa anterior a essa função. Para obter mais informações, consulte
Etapa 2: Criar uma função para acesso ao repositório na ContaA no Guia do usuário do 
CodeCommit .

3. Crie um perfil na instância de caderno que use a função que você criou na etapa anterior:

a. Abra a instância de caderno.

b. Abra um terminal na instância de caderno.

c. Edite um novo perfil, digitando o seguinte no terminal:
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vi /home/ec2-user/.aws/config

d. Edite o arquivo com as seguintes informações de perfil:

[profile CrossAccountAccessProfile]
region = us-west-2
role_arn = 
 arn:aws:iam::CodeCommitAccount:role/CrossAccountRepositoryContributorRole
credential_source=Ec2InstanceMetadata
output = json

Onde CodeCommitAccountestá a conta que contém o CodeCommit 
repositório, CrossAccountAccessProfileé o nome do novo perfil e
CrossAccountRepositoryContributorRoleé o nome da função que você criou na 
etapa anterior.

4. Na instância de caderno, configure o git para usar o perfil que você criou na etapa anterior:

a. Abra a instância de caderno.

b. Abra um terminal na instância de caderno.

c. Edite o arquivo de configuração do Git digitando o seguinte no terminal:

vi /home/ec2-user/.gitconfig

d. Edite o arquivo com as seguintes informações de perfil:

[credential] 
        helper = !aws codecommit credential-helper --
profile CrossAccountAccessProfile $@ 
        UseHttpPath = true

Onde CrossAccountAccessProfileestá o nome do perfil que você criou na etapa 
anterior.

Usar repositórios Git em uma instância de caderno

Quando você abre uma instância de caderno que possui repositórios Git associados, ela é aberta no 
repositório padrão, que é instalado diretamente na sua instância de caderno, em /home/ec2-user/
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SageMaker. Você pode abrir e criar cadernos e executar manualmente os comandos do Git em uma 
célula do caderno. Por exemplo: .

!git pull origin master

Para abrir qualquer um dos repositórios adicionais, navegue até uma pasta. Os repositórios 
adicionais também são instalados como diretórios em /home/ec2-user/SageMaker.

Se você abrir a instância do notebook com uma JupyterLab interface, a extensão jupyter-git será 
instalada e estará disponível para uso. Para obter informações sobre a extensão jupyter-git para, 
consulte https://github.com/jupyterlab/jupyterlab-git. JupyterLab

Ao abrir uma instância do notebook no JupyterLab, você vê os repositórios git associados a ela no 
menu à esquerda:

É possível usar a extensão jupyter-git para gerenciar o git visualmente, em vez de usar a linha de 
comando:

Repositórios do Git 671

https://github.com/jupyterlab/jupyterlab-git
https://github.com/jupyterlab/jupyterlab-git


Amazon SageMaker Guia do Desenvolvedor

Metadados de instância de caderno

Quando você cria uma instância do notebook, a Amazon SageMaker cria um arquivo JSON na 
instância no local /opt/ml/metadata/resource-metadata.json que contém a extremidade
ResourceName ResourceArn da instância do notebook. Você pode acessar esses metadados 
de qualquer lugar na instância do caderno, inclusive nas configurações de ciclo de vida. Para obter 
informações sobre as configurações do ciclo de vida da instância do caderno, consulte Personalizar 
uma instância de caderno usando um script de configuração do ciclo de vida.

Note

O arquivo resource-metadata.json pode ser modificado com acesso raiz.

O arquivo resource-metadata.json tem a seguinte estrutura:

{ 
    "ResourceArn": "NotebookInstanceArn", 
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    "ResourceName": "NotebookInstanceName"
}

Você pode usar esses metadados na instância do caderno para obter outras informações sobre a 
instância do caderno. Por exemplo, os comandos a seguir obtêm as tags associadas à instância do 
caderno:

NOTEBOOK_ARN=$(jq '.ResourceArn' 
            /opt/ml/metadata/resource-metadata.json --raw-output)
aws sagemaker list-tags --resource-arn $NOTEBOOK_ARN

A saída será exibida como a seguir:

{ 
    "Tags": [ 
        { 
            "Key": "test", 
            "Value": "true" 
        } 
    ]
}

Monitore os registros do Jupyter no Amazon Logs CloudWatch

Os registros do Jupyter incluem informações importantes, como eventos, métricas e informações de 
saúde, que fornecem insights acionáveis ao executar notebooks da Amazon. SageMaker Ao importar 
registros do Jupyter para o CloudWatch Logs, os clientes podem usar o CloudWatch Logs para 
detectar comportamentos anômalos, definir alarmes e descobrir insights para manter os notebooks 
funcionando com mais tranquilidade. SageMaker Você pode acessar os logs mesmo quando a 
instância do Amazon EC2 que hospeda o caderno não responder e usar os logs para solucionar 
problemas no caderno que não responde. Informações confidenciais, como IDs de conta do AWS, 
chaves secretas e tokens de autenticação em URLs pré-assinados, são removidas para que os 
clientes possam compartilhar logs sem vazar informações privadas.

Para visualizar logs do Jupyter para uma instância de caderno:

1. Faça login no AWS Management Console e abra o SageMaker console em https:// 
console.aws.amazon.com/sagemaker/.

2. Escolha Notebook instances (Instância de caderno).
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3. Na lista de instâncias de caderno, escolha a instância de caderno para a qual você deseja 
visualizar os logs do Jupyter, selecionando o Nome da instância do Caderno.

Você irá para a página de detalhes da instância do caderno.

4. Em Monitor (Monitorar) na página de detalhes da instância de caderno, escolha View logs 
(Visualizar logs).

5. No CloudWatch console, escolha o fluxo de registros para sua instância do notebook. O nome 
está no formato NotebookInstanceName/jupyter.log.

Para obter mais informações sobre CloudWatch registros de monitoramento para SageMaker, 
consulteRegistre SageMaker eventos da Amazon com a Amazon CloudWatch.

Laboratório Amazon SageMaker Studio
O Amazon SageMaker Studio Lab é um serviço gratuito que oferece aos clientes acesso a recursos 
AWS computacionais em um ambiente baseado em código aberto JupyterLab. Ele é baseado na 
mesma arquitetura e interface de usuário do Amazon SageMaker Studio Classic, mas com um 
subconjunto de recursos do Studio Classic.

Com o Studio Lab, você pode usar AWS recursos computacionais para criar e executar seus 
cadernos Jupyter sem se registrar em uma conta AWS. Como o Studio Lab é baseado em código 
aberto JupyterLab, você pode aproveitar as extensões de código aberto do Jupyter para executar 
seus notebooks Jupyter.

Studio Lab em comparação com o Amazon SageMaker Studio Classic

Embora o Studio Lab ofereça acesso gratuito aos recursos AWS computacionais, o Amazon 
SageMaker Studio Classic fornece os seguintes recursos avançados de aprendizado de máquina 
que o Studio Lab não oferece suporte.

• Integração e entrega contínuas (SageMaker Pipelines)

• Previsões em tempo real

• Treinamento distribuído em grande escala

• Preparação de dados (Amazon SageMaker Data Wrangler)

• Rotulagem de dados (Amazon SageMaker Ground Truth)

• Histórico de atributos

• Análise de viés (Clarify)
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• Implantação de modelos

• Monitoramento de modelos

O Studio Classic também oferece suporte a controle de acesso e segurança refinados usando AWS 
Identity and Access Management (IAM), Amazon Virtual Private Cloud (Amazon VPC) e (). AWS 
Key Management Service AWS KMS O Studio Lab não oferece suporte a esses recursos do Studio 
Classic, nem ao uso de estimadores e algoritmos integrados SageMaker .

Para exportar seus projetos do Studio Lab para uso com o Studio Classic, consulteExportar um 
ambiente do Amazon SageMaker Studio Lab para o Amazon SageMaker Studio Classic.

Os tópicos a seguir fornecem informações sobre o Studio Lab e como usá-lo

Tópicos

• Visão geral dos componentes do Amazon SageMaker Studio Lab

• Integração ao Amazon SageMaker Studio Lab

• Gerenciar sua conta

• Inicie o runtime do projeto do Amazon SageMaker Studio Lab

• Use os ativos iniciais do Amazon SageMaker Studio Lab

• Ambientes pré-instalados do Studio Lab

• Use o runtime do projeto Amazon SageMaker Studio Lab

• Solução de problemas

Visão geral dos componentes do Amazon SageMaker Studio Lab

O Amazon SageMaker Studio Lab consiste nos seguintes componentes. Os tópicos a seguir 
apresentam mais detalhes sobre esses componentes.

Tópicos

• Página de destino

• Conta do Studio Lab

• Página de visão geral do projeto

• Página de pré-visualização

• Projeto

• Tipo de instância de computação
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• Tempo de execução do projeto

• Sessão

Página de destino

Você pode solicitar uma conta e fazer login em uma conta existente na sua página de destino. Para 
navegar até a página inicial, consulte o site do Amazon SageMaker Studio Lab. Para obter mais 
informações sobre como criar uma conta Studio Lab, consulte Integração ao Amazon SageMaker 
Studio Lab.

A captura de tela a seguir mostra a interface da página de destino do Studio Lab para solicitar uma 
conta de usuário e fazer login.

Conta do Studio Lab

Sua conta do Studio Lab dá acesso ao Studio Lab. Para mais informações sobre como criar uma 
conta de usuário, consulte Integração ao Amazon SageMaker Studio Lab.

Página de visão geral do projeto

Você pode executar uma instância de computação e exibir informações sobre seu projeto nesta 
página. Para navegar até essa página, você deve fazer login no site do Amazon SageMaker Studio 
Lab. A URL assumirá o seguinte formato.
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https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

A captura de tela a seguir mostra uma visão geral do projeto na interface de usuário do Studio Lab.

Página de pré-visualização

Nesta página, você pode acessar uma pré-visualização somente leitura de um bloco de anotações 
Jupyter. Você não pode executar o caderno a partir da pré-visualização, mas você pode copiar esse 
caderno para o seu projeto. Para muitos clientes, essa pode ser a primeira página do Studio Lab que 
os clientes veem, pois eles podem estar abrindo um caderno a partir do GitHub notebook. Para obter 
mais informações sobre como usar GitHub os recursos, consulteUse os recursos do GitHub.

Para copiar a pré-visualização do caderno para seu projeto do Studio Lab:

1. Faça login na sua conta do Studio Lab. Para obter mais informações sobre como criar uma 
conta Studio Lab, consulte Integração ao Amazon SageMaker Studio Lab.

2. Na Instância de computação de Cadernos, escolha um tipo de instância de computação. Para 
obter mais informações sobre os tipos de instâncias de computação, consulte Tipo de instância 
de computação.

3. Escolha Iniciar tempo de execução. Você pode ser solicitado a resolver um quebra-cabeça de 
CAPTCHA. Para obter mais informações sobre CAPTCHA, consulte O que é um quebra-cabeça 
CAPTCHA?

4. Configuração única, para iniciar pela primeira vez o tempo de execução usando sua conta do 
Studio Lab:
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a. Insira um número de celular para associar à sua conta do Amazon SageMaker Studio Lab e 
escolha Continuar.

Para obter informações sobre países e regiões com suporte, consulte Países e regiões 
suportados (canal de SMS).

b. Insira o código de 6 dígitos enviado para o número de telefone celular associado e escolha
Verificar.

5. Escolha Copiar para o projeto.

Projeto

Seu projeto contém todos os seus arquivos e pastas, incluindo seus blocos de anotação Jupyter. 
Você tem controle total sobre os arquivos do seu projeto. Seu projeto também inclui a interface 
de usuário JupyterLab baseada. A partir dessa interface, você pode interagir com seus notebooks 
Jupyter, editar seus arquivos de código-fonte, integrar-se e conectar-se ao Amazon S3. GitHub Para 
ter mais informações, consulte Use o runtime do projeto Amazon SageMaker Studio Lab.

A captura de tela a seguir mostra o projeto Studio Lab com o navegador de arquivos aberto e o 
inicializador do Studio Lab exibido.
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Tipo de instância de computação

O tempo de execução do projeto do Amazon SageMaker Studio Lab é baseado em uma instância 
EC2. Você tem 15 GB de armazenamento e 16 GB de RAM. A disponibilidade das instâncias de 
computação não é garantida e está sujeita à demanda. Se você precisar de recursos adicionais de 
armazenamento ou computação, considere mudar para o Studio. 

O Amazon SageMaker Studio Lab oferece a opção de uma CPU (unidade central de processamento) 
e uma GPU (unidade de processamento gráfico). As seções a seguir fornecem informações sobre 
essas duas opções, incluindo orientação de seleção.

CPU

Uma unidade central de processamento (CPU) foi projetada para processar um grande intervalo 
de tarefas de forma eficiente, mas é limitada na quantidade de tarefas que pode executar 
simultaneamente. Para machine learning, uma CPU é recomendada para algoritmos de computação 
intensiva, como séries temporais, previsões e dados tabulares. 

O tipo de computação da CPU tem até 4 horas por vez, com um limite de 8 horas em um período de 
24 horas.

GPU

Uma unidade de processamento gráfico (GPU) foi projetada para renderizar imagens e vídeos de 
alta resolução simultaneamente. Uma GPU é recomendada para tarefas de aprendizado profundo, 
especialmente para transformadores e visão computacional.

O tipo de computação da GPU tem até 4 horas por vez, com um limite de 4 horas em um período de 
24 horas.

Tempo de computação

Quando o tempo de computação do Studio Lab atinge seu limite de tempo, a instância interrompe 
todos os cálculos em execução. O Studio Lab não suporta aumentos de limite de tempo.

O Studio Lab salva automaticamente seu ambiente quando você atualiza seu ambiente e sempre 
que cria um novo arquivo. Extensões instaladas e pacotes personalizados persistem mesmo após o 
fim do tempo de execução.

As edições dos arquivos são salvas periodicamente, mas não são salvas quando o tempo 
de execução termina. Para garantir que você não perca seu andamento, salve seu trabalho 
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manualmente. Se você tem conteúdo em seu projeto do Studio Lab que não quer perder, 
recomendamos que faça backup do seu conteúdo em outro lugar. Para obter mais informações 
sobre como exportar seu ambiente e seus arquivos, consulte Exportar um ambiente do Amazon 
SageMaker Studio Lab para o Amazon SageMaker Studio Classic.

Durante a computação longa, você não precisa manter seu projeto aberto. Por exemplo, você pode 
começar o treinamento de um modelo e fechar seu navegador. A instância continua em execução até 
o limite do tipo de computação em um período de 24 horas. Em seguida, você pode fazer login mais 
tarde para continuar seu trabalho. 

Recomendamos que você use o ponto de verificação em seus trabalhos de aprendizado profundo. 
Você pode usar pontos de verificação salvos para reiniciar um trabalho a partir do ponto de 
verificação salvo anteriormente. Para obter mais informações, consulte o arquivo I/O.

Tempo de execução do projeto

O tempo de execução do projeto é o período em que sua instância de computação está em 
execução.

Sessão

Uma sessão de usuário começa toda vez que você inicia seu projeto.

Integração ao Amazon SageMaker Studio Lab

Para se integrar ao Amazon SageMaker Studio Lab, siga as etapas deste guia. Nas seções a seguir, 
você aprenderá como solicitar uma conta do Studio Lab, criar sua conta e fazer login.

Tópicos

• Solicite uma conta do Studio Lab

• Crie uma conta do Studio Lab

• Faça login no Studio Lab.

Solicite uma conta do Studio Lab

Para usar o Studio Lab, você deve primeiro solicitar aprovação para criar uma conta do Studio Lab. 
Uma conta AWS não pode ser usada para integração no Studio Lab.

As etapas a seguir mostram como solicitar uma conta do Studio Lab.
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1. Navegue até a página inicial do Studio Lab.

2. Selecione Solicitar conta.

3. Insira as informações necessárias no formulário.

4. Selecione Enviar solicitação.

5. Se o seu endereço de e-mail for confirmado, siga as instruções no e-mail para concluir essa 
etapa.

Sua solicitação de conta deve ser aprovada antes que você possa se registrar em uma conta do 
Studio Lab. Sua solicitação será analisada em até cinco dias úteis. Quando sua solicitação de conta 
for aprovada, você receberá um e-mail com um link para a página de registro da conta do Studio Lab. 
Esse link expira sete dias após a aprovação da solicitação. Se o link expirar, você deverá enviar uma 
nova solicitação de conta.

Observação: sua solicitação de conta será negada se o seu e-mail tiver sido associado a uma 
atividade que viole nossos Termos de Serviço ou outros acordos.

Códigos de referência

Os códigos de referência do Studio Lab permitem que novas solicitações de conta sejam aprovadas 
automaticamente para apoiar eventos de machine learning, como workshops, hackathons e aulas. 
Com um código de referência, um anfitrião confiável pode fazer com que seus participantes tenham 
acesso imediato ao Studio Lab. Depois que uma conta é criada usando um código de referência, a 
conta continua existindo após a expiração do código.

Para obter um código de referência, entre em contato com o Suporte de Vendas. Para usar um 
código de referência, insira o código como parte do formulário de solicitação de conta.

Crie uma conta do Studio Lab

Depois que sua solicitação for aprovada, siga as etapas a seguir para criar sua conta do Studio Lab.

1. Selecione Criar conta no e-mail de aprovação da solicitação de conta para abrir uma nova 
página.

2. Na nova página, insira seu e-mail, uma senha e um nome de usuário.

3. Selecione Criar conta.

Você pode ser solicitado a resolver um quebra-cabeça de CAPTCHA. Para obter mais 
informações sobre CAPTCHA, consulte O que é um quebra-cabeça de CAPTCHA?
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Faça login no Studio Lab.

Depois de criar sua conta, você poderá fazer login no Studio Lab.

1. Navegue até a página inicial do Studio Lab.

2. Selecione Entrar para abrir uma nova página.

3. Digite seu e-mail ou nome de usuário e senha.

4. Selecione Entrar para abrir uma nova página.

Você pode ser solicitado a resolver um quebra-cabeça de CAPTCHA. Para obter mais 
informações sobre CAPTCHA, consulte O que é um quebra-cabeça de CAPTCHA?

Gerenciar sua conta

O tópico a seguir fornece informações sobre como gerenciar sua conta, incluindo alterar sua senha, 
excluir sua conta e obter as informações que coletamos. Esses tópicos exigem que você faça login 
na sua conta do Amazon SageMaker Studio Lab. Para obter mais informações, consulte Faça login 
no Studio Lab..

Alterar a senha

Siga estas etapas para alterar sua senha do Amazon SageMaker Studio Lab.

1. Navegue até a página de visão geral do projeto do Studio Lab. O URL assumirá o seguinte 
formato.

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

2. No canto superior direito, selecione seu nome de usuário para abrir um menu suspenso.

3. No menu suspenso, selecione Alterar senha para abrir uma nova página.

4. Digite sua senha atual no campo Digite sua senha atual.

5. Insira sua nova senha nos campos Criar uma nova senha e Confirmar sua nova senha.

6. Selecione Submit (Enviar).

Excluir sua conta

Siga estas etapas para excluir sua conta do Studio Lab. 
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1. Navegue até a página de visão geral do projeto do Studio Lab. O URL assumirá o seguinte 
formato.

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

2. No canto superior direito, selecione seu nome de usuário para abrir um menu suspenso.

3. No menu suspenso, selecione Excluir conta para abrir uma nova página.

4. Digite sua senha para confirmar a exclusão da sua conta do Studio Lab.

5. Selecione Excluir.

Informações do cliente

O Studio Lab coleta seu endereço de e-mail, nome de usuário, senha criptografada, arquivos de 
projeto e metadados. Ao solicitar uma conta, você pode optar por fornecer seu nome e sobrenome, 
país, nome da organização, ocupação e o motivo do seu interesse neste produto. Protegemos todos 
os dados pessoais dos clientes com criptografia. Para obter mais informações sobre como suas 
informações pessoais são tratadas, consulte o Aviso de Privacidade.

Quando você exclui sua conta, todas as suas informações são excluídas imediatamente. Se você 
tiver alguma dúvida sobre isso, envie o formulário do Amazon SageMaker Studio Lab. Para obter 
informações e suporte relacionados à AWS conformidade, consulte Suporte de conformidade.

Inicie o runtime do projeto do Amazon SageMaker Studio Lab

O runtime do projeto do Amazon SageMaker Studio Lab permite que você escreva e execute 
código diretamente do seu navegador. Ele é baseado no JupyterLab e tem um terminal e console 
integrados. Para obter mais informações sobre JupyterLab, consulte a documentação do JupyterLab.

O tópico a seguir fornece informações sobre como gerenciar o runtime do projeto. Esses tópicos 
exigem que você faça login na sua conta do Amazon SageMaker Studio Lab. Para obter mais 
informações sobre como fazer login, consulte Faça login no Studio Lab.. Para obter mais 
informações sobre o seu projeto, consulte Visão geral dos componentes do Amazon SageMaker 
Studio Lab.

Tópicos

• Inicie o runtime do projeto

• Interrompa o runtime do projeto
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• Exibir o tempo de computação restante

• Alterar seu tipo de computação

Inicie o runtime do projeto

Para usar o Studio Lab, você deve iniciar o runtime do projeto. Esse runtime dá acesso ao ambiente 
do JupyterLab.

1. Navegue até a página de visão geral do projeto do Studio Lab. O URL assumirá o seguinte 
formato.

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

2. Em Meu projeto, selecione um tipo de computação. Para obter informações sobre tipos de 
dados, consulte Tipo de instância de computação.

3. Selecione Iniciar runtime.

Você pode ser solicitado a resolver um quebra-cabeça de CAPTCHA. Para obter mais 
informações sobre CAPTCHA, consulte O que é um quebra-cabeça de CAPTCHA?

4. Configuração única, pela primeira vez iniciando o runtime usando sua conta do Studio Lab:

a. Insira um número de telefone celular para associar à sua conta do Amazon SageMaker 
Studio Lab e escolha Continuar.

Para obter informações sobre países e regiões com suporte, consulte Países e regiões 
suportados (canal SMS).

b. Insira o código de 6 dígitos enviado para o número de celular associado e escolha Verificar.

5. Depois que o runtime estiver em execução, selecione Abrir projeto para abrir o ambiente de 
execução do projeto em uma nova guia do navegador.

Interrompa o runtime do projeto

Quando você interrompe o runtime do projeto, seus arquivos não são salvos automaticamente. Para 
garantir que você não perca seu trabalho, salve todas as alterações antes de interromper o runtime 
do projeto.

• Em Meu projeto, selecione Interromper o runtime.
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Exibir o tempo de computação restante

O runtime do seu projeto tem tempo de computação limitado com base no tipo de computação 
selecionado. Para obter mais informações sobre o tempo de computação no Studio Lab, consulte
Tipo de instância de computação.

• Em Meu projeto, veja Tempo restante.

Alterar seu tipo de computação

Você pode alternar seu tipo de computação com base no seu fluxo de trabalho. Para obter 
informações sobre tipos de dados, consulte Tipo de instância de computação.

1. Salve todos os arquivos do projeto antes de alterar o tipo de computação.

2. Navegue até a página de visão geral do projeto do Studio Lab. O URL assumirá o seguinte 
formato.

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

3. Em Meu projeto, selecione o tipo de computação desejado (CPU ou GPU).

4. Confirme sua escolha selecionando Reiniciar na caixa de diálogo Reinicia o runtime do projeto?. 
O Studio Lab interrompe o runtime do projeto atual e, em seguida, inicia um novo runtime do 
projeto com seu tipo de computação atualizado.

5. Depois que o runtime do seu projeto for iniciado, selecione Abrir projeto. Isso abre o ambiente de 
execução do projeto em uma nova guia do navegador. Para obter mais informações sobre usar 
o ambiente de runtime do projeto, consulte Use o runtime do projeto Amazon SageMaker Studio 
Lab.

Use os ativos iniciais do Amazon SageMaker Studio Lab

O Amazon SageMaker Studio Lab oferece suporte aos seguintes ativos para ajudar os profissionais 
de machine learning (ML) a começar. Este guia mostra como clonar cadernos para o seu projeto.

Comece a usar o bloco de anotações

O Studio Lab vem com um caderno inicial que fornece informações gerais e orienta você nos 
principais fluxos de trabalho. Quando você inicia o tempo de execução do seu projeto pela primeira 
vez, esse caderno é aberto automaticamente.
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Mergulhe no aprendizado profundo

“Dive into Deep Learning” (D2L) é um livro interativo e de código aberto que ensina as ideias, a teoria 
matemática e o código que impulsionam o machine learning. Com mais de 150 blocos de anotações 
Jupyter, o D2L fornece uma visão geral abrangente dos princípios de aprendizado profundo. Para 
obter mais informações sobre D2L, consulte o site do D2L.

O procedimento a seguir mostra como clonar os blocos de anotações Jupyter D2L na sua instância.

1. Inicie e abra o ambiente de tempo de execução do projeto Studio Lab seguindo Inicie o runtime 
do projeto.

2. Depois que o Studio Lab estiver aberto, escolha a guia Git 

( ) 
na barra lateral esquerda.

3. Escolha Clonar um repositório. Em URL do repositório Git (.git), cole o repositório git 
MLU D2L seguindo as etapas abaixo. Se você não vê a opção Clonar um repositório
porque está atualmente em um repositório Git, retorne ao diretório do usuário para 
clonar um novo repositório. Você retorna ao diretório do usuário escolhendo a guia Pasta 

( ) 
na barra lateral esquerda. Na guia Pasta, abaixo da barra de pesquisa de arquivos, escolha o 
ícone da pasta à esquerda do repositório aberto no momento. Quando estiver no diretório do 
usuário, escolha a guia Git na barra lateral esquerda e escolha Clonar um repositório.

4. Navegue até a página de visão geral do projeto do Studio Lab. A URL assumirá o seguinte 
formato.

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

5. Em Novo em machine learning? , escolha Mergulhar no aprendizado profundo.

6. Na nova guia do navegador Mergulhe no aprendizado profundo, escolha GitHub para abrir uma 
nova página com os exemplos de cadernos.

7. Escolha Código e copie a URL do repositório do GitHub na guia HTTPS.

8. Volte para a guia do navegador do projeto aberto do Studio Lab, cole a URL do repositório D2L e 
clone o repositório.

Universidade de Machine Learning AWS
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A AWS Machine Learning University (MLU) fornece acesso aos cursos de machine learning usados 
para treinar os próprios desenvolvedores da Amazon. Com o AWS MLU, qualquer desenvolvedor 
pode aprender a usar o machine learning com a série de aprendizado individual no seu próprio ritmo. 
A série do Acelerador MLU foi projetada para ajudar os desenvolvedores a iniciarem sua jornada de 
ML. Ela oferece cursos básicos de três dias sobre esses três assuntos: processamento de linguagem 
natural, dados tabulares e visão computacional. Para obter mais informações, consulte a Machine 
learning University.

O procedimento a seguir mostra como clonar os blocos de anotações Jupyter MLU AWS na sua 
instância.

1. Inicie e abra o ambiente de tempo de execução do projeto Studio Lab seguindo Inicie o runtime 
do projeto.

2. Depois que o Studio Lab estiver aberto, escolha a guia Git 

( ) 
na barra lateral esquerda.

3. Escolha Clonar um repositório. Em URL do repositório Git (.git), cole a URL do repositório 
git MLU seguindo as etapas abaixo. Se você não vê a opção Clonar um repositório
porque está atualmente em um repositório Git, retorne ao diretório do usuário para 
clonar um novo repositório. Você retorna ao diretório do usuário escolhendo a guia Pasta 

( ) 
na barra lateral esquerda. Na guia Pasta, abaixo da barra de pesquisa de arquivos, escolha o 
ícone da pasta à esquerda do repositório aberto no momento. Quando estiver no diretório do 
usuário, escolha a guia Git na barra lateral esquerda e escolha Clonar um repositório.

4. Navegue até a página de visão geral do projeto do Studio Lab. A URL assumirá o seguinte 
formato.

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

5. Em Novo no machine learning?, escolha AWSMachine Learning University.

6. Na nova guia do navegador da AWS Machine Learning University, encontre um curso que lhe 
interessa lendo o resumo de cada curso.

7. Escolha o repositório do GitHub correspondente e de interesse em Conteúdo do curso para abrir 
uma nova página com os cadernos de exemplo.

8. Escolha Código e copie a URL do repositório do GitHub na guia HTTPS.
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9. Volte para a guia do navegador de projeto aberto do Studio Lab, cole a URL do repositório D2L e 
escolha Clonar para clonar o repositório.

Roboflow

O Roboflow fornece as ferramentas para treinar, ajustar e rotular objetos para aplicativos de visão 
computacional. Para obter mais informações, consulte https://roboflow.com/.

O procedimento a seguir mostra como clonar os blocos de anotações Jupyter Roboflow na sua 
instância.

1. Navegue até a página de visão geral do projeto do Studio Lab. A URL assumirá o seguinte 
formato.

https://studiolab.sagemaker.aws/users/<YOUR_USER_NAME>

2. Em Recursos e comunidade, encontre Experimente a visão computacional.

3. Em Experimente a Visão Computacional, escolha um modelo Roboflow. Para obter mais 
informações, consulte https://roboflow.com/.

4. Siga o tutorial na pré-visualização do Caderno.

Ambientes pré-instalados do Studio Lab

O Amazon SageMaker Studio Lab usa ambientes conda para conter seus pacotes (ou bibliotecas). 
Um ambiente é uma pasta que contém os pacotes que você instalou. Você pode interagir com um 
ambiente usando o terminal ou seu JupyterLab notebook. Para usar um ambiente e os pacotes 
instalados nele, você deve escolher o kernel correspondente que contém o mesmo nome do 
ambiente ao abrir seu JupyterLab notebook. Para obter uma explicação passo a passo sobre como 
gerenciar seus ambientes, consulte Gerenciar seu ambiente. Para obter mais informações sobre a 
instalação de pacotes em seu ambiente, consulte Personalizar seu ambiente.

O Studio Lab tem vários ambientes pré-instalados para você. Todas as alterações feitas nos 
ambientes de memória persistente permanecerão para sua próxima sessão. Qualquer alteração 
nos ambientes de memória não persistente não permanecerá para suas próximas sessões, 
mas os pacotes contidos nele serão atualizados e testados quanto à compatibilidade pela 
Amazon. SageMaker Normalmente, você vai preferir usar o ambiente de memória sagemaker-
distribution não persistente se quiser usar um ambiente totalmente gerenciado que já contenha 
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muitos pacotes populares usados por engenheiros de machine learning (ML) e cientistas de dados. 
Caso contrário, você pode usar o ambiente default se quiser personalizá-lo de modo significativo.

A seguir, listamos os ambientes pré-instalados e seus casos de uso. Para ver os pacotes instalados 
em um ambiente, consulte Personalizar seu ambiente.

• sagemaker-distribution: ambiente de memória não persistente que é regularmente 
atualizado e testado quanto à compatibilidade, totalmente gerenciado pela Amazon SageMaker. 
Esse ambiente contém pacotes populares usados em ML, ciência de dados e visualização. O
sagemaker-distribution ambiente está intimamente relacionado ao ambiente usado no 
Amazon SageMaker Studio Classic, portanto, depois de passar do Studio Lab para o Studio 
Classic, os notebooks devem funcionar da mesma forma. Para obter informações sobre como 
exportar seu ambiente do Studio Lab para o Studio Classic, consulteExportar um ambiente do 
Amazon SageMaker Studio Lab para o Amazon SageMaker Studio Classic.

• default: ambiente de memória persistente com poucos pacotes pré-instalados. Todos os 
pacotes instalados ou alterações nesse ambiente continuarão em sua próxima sessão.

• studiolab: ambiente de memória persistente em JupyterLab que outros pacotes relacionados 
estão instalados. Esse ambiente só deve ser usado para extensões JupyterLab de servidor 
Jupyter, para configurar a interface do JupyterLab usuário.

• studiolab-safemode: ambiente de memória não persistente. Esse ambiente é ativado 
automaticamente quando há um problema ao iniciar o runtime do projeto. Usado para a solução 
de problemas. Para obter mais informações sobre solução de problemas, consulte Solução de 
problemas.

• base: ambiente de memória não persistente. Esse ambiente é usado somente para ferramentas 
do sistema e não deve ser usado pelos clientes.

Para obter informações sobre SageMaker imagens e suas versões, consulte SageMaker Imagens da 
Amazon disponíveis.

Use o runtime do projeto Amazon SageMaker Studio Lab

Os tópicos a seguir fornecem informações sobre o uso do runtime do projeto Amazon SageMaker 
Studio Lab. Antes de usar o runtime do projeto Studio Lab, você deve se integrar ao Studio Lab 
seguindo as etapas em Integração ao Amazon SageMaker Studio Lab.

Tópicos

• Visão geral da interface do usuário do Amazon SageMaker Studio Lab
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• Crie ou abra um caderno do Amazon SageMaker Studio Lab

• Use a barra de ferramentas do caderno Amazon SageMaker Studio Lab

• Gerenciar seu ambiente

• Use recursos externos no Amazon SageMaker Studio Lab

• Conheça as diferenças dos cadernos

• Exportar um ambiente do Amazon SageMaker Studio Lab para o Amazon SageMaker Studio 
Classic

• Desligar recursos

Visão geral da interface do usuário do Amazon SageMaker Studio Lab

O Amazon SageMaker Studio Lab estende a interface do JupyterLab. Usuários antigos do 
JupyterLab notarão semelhanças entre a interface de usuário do JupyterLab e do Studio Lab, 
incluindo o espaço de trabalho. Para obter uma visão geral da interface básica do JupyterLab, 
consulte The JupyterLab Interface.

A imagem a seguir mostra o Studio Lab com o navegador de arquivos aberto e a página do Studio 
Lab Launcher exibida.
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Você encontrará a barra de menus na parte superior da tela. À barra lateral esquerda contém ícones 
para abrir diferentes navegadores de arquivos, recursos e ferramentas. A barra de status está 
localizada no canto inferior esquerdo do Studio Lab.

A área de trabalho principal é dividida horizontalmente em dois painéis. O painel esquerdo é o
navegador de arquivos e recursos. O painel direito contém uma ou mais guias para recursos como 
cadernos e terminais.

Tópicos

• Barra lateral esquerda

• Navegador de arquivos e recursos

• Área de trabalho principal

Barra lateral esquerda

A barra lateral esquerda inclui os ícones a seguir. Quando você passa o mouse sobre um ícone, uma 
dica de ferramenta exibe o nome do ícone. Quando você escolhe um ícone, o navegador de arquivos 
e recursos exibe a funcionalidade descrita. Para entradas hierárquicas, uma navegação em categoria 
selecionável na parte superior do navegador mostra a localização na hierarquia.

Ícone Descrição

Navegador de arquivos

Selecione o ícone Fazer upload de arquivos (

) 
para adicionar arquivos ao Studio Lab.

Clique duas vezes em um arquivo para abri-lo em uma nova guia.

Para abrir arquivos adjacentes, escolha uma guia que contenha um 
caderno, Python ou arquivo de texto e, em seguida, escolha Nova 
visualização de arquivo.

Selecione o sinal de mais (+) no menu da parte superior do navegador 
de arquivos para abrir o Studio Lab Launcher.
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Ícone Descrição

Execução de terminais e kernels

Você pode ver uma lista de todos os Execução de terminais e kernels 
em seu projeto. Para obter mais informações, consulte Desligar 
recursos.

Git

É possível se conectar a um repositório do Git e acessar uma gama 
completa de ferramentas e operações do Git. Para obter mais informaçõ 
es, consulte Use recursos externos no Amazon SageMaker Studio Lab.

Índice

Você pode acessar o Índice do seu caderno Jupyter atual.

Gerenciador de extensões

Você pode habilitar e gerenciar extensões do JupyterLab de terceiros.

Navegador de arquivos e recursos

O navegador de arquivos e recursos mostra as listas de seus cadernos e arquivos. No menu, na 
parte superior do navegador de arquivos, escolha o sinal de adição (+) para abrir o Studio Lab 
Launcher. O Launcher permite criar um caderno ou abrir um terminal.

Área de trabalho principal

A área de trabalho principal tem várias guias que contêm seus cadernos e terminais abertos.

Crie ou abra um caderno do Amazon SageMaker Studio Lab

Ao criar um caderno no Amazon SageMaker Studio Lab ou abrir um caderno no Studio Lab, você 
deve selecionar um kernel para o caderno. Os tópicos a seguir descrevem como criar e abrir 
cadernos no Studio Lab.

Para obter informações sobre como desligar o caderno, consulte Desligar recursos.

Tópicos
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• Abra um caderno do Studio Lab

• Criar um bloco de anotações no menu File (Arquivo)

• Criar um bloco de anotações no Launcher

Abra um caderno do Studio Lab

O Studio Lab só pode abrir os cadernos listados no navegador de arquivos do Studio Lab. Para 
clonar um caderno em seu navegador de arquivos a partir de um repositório externo, consulte Use 
recursos externos no Amazon SageMaker Studio Lab.

Como abrir um bloco de anotações

1. Na barra lateral à esquerda, escolha o ícone File Browser (Navegador de arquivos) (

) 
para exibir o navegador de arquivos.

2. Navegue e clique duas vezes em um arquivo de bloco de anotações para abri-lo em uma nova 
guia.

Criar um bloco de anotações no menu File (Arquivo)

Como criar um bloco de anotações no menu File (Arquivo)

1. No menu do Studio Lab, escolha Arquivo, escolha Novo e Caderno.

2. Para usar o kernel padrão, na caixa de diálogo Selecionar kernel, escolha Selecionar. Caso 
contrário, para selecionar um kernel diferente, use o menu suspenso.

Criar um bloco de anotações no Launcher

Como criar um bloco de anotações no Launcher

1. Abra o Launcher usando o atalho do teclado Ctrl + Shift + L.

Como alternativa, você pode abrir o Launcher na barra lateral esquerda: escolha o ícone do
Navegador de arquivos e, em seguida, escolha o ícone de adição (+).

2. Para usar o kernel padrão do Launcher, em Caderno, escolha default:Python. Caso contrário, 
selecione um kernel diferente.
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Depois que você escolher o kernel, o caderno será iniciado e aberto em uma nova guia do Studio 
Lab.

Para visualizar a sessão do kernel do bloco de anotações, na barra lateral esquerda, escolha 
o ícone Running Terminals, Kernels, and Images (Terminais, kernels e imagens em execução)

( ). 
Você pode interromper a sessão do kernel do bloco de anotações nessa visualização.

Use a barra de ferramentas do caderno Amazon SageMaker Studio Lab

Os cadernos do Amazon SageMaker Studio Lab estendem a interface JupyterLab. Para obter uma 
visão geral da interface básica do JupyterLab, consulte The JupyterLab Interface.

A imagem a seguir mostra a barra de menus e uma célula vazia de um bloco de anotações do 
Studio.

Ao passar o mouse sobre um ícone de barra de ferramentas, uma dica de ferramenta exibe a função 
do ícone. Há comandos adicionais do bloco de anotações no menu principal do Studio. A barra de 
ferramentais inclui os ícones a seguir:

Ícone Descrição

Salvar e ponto de verificação

Salva o bloco de anotações e atualiza o arquivo do ponto de verificação.

Inserir célula

Insere uma célula de código abaixo da célula atual. A célula atual é 
indicada pelo marcador vertical azul na margem esquerda.

Recortar, copiar e colar células

Corta, copia e cola as células selecionadas.

Executar células
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Ícone Descrição

Executa as células selecionadas. A célula que segue a última célula 
selecionada se torna a nova célula selecionada.

Interromper o kernel

Interrompe o kernel que cancela a operação em execução. O kernel 
permanece ativo.

Reiniciar o kernel

Reinicia o kernel. As variáveis são redefinidas. As informações não 
salvas não são efetivadas.

Reinicie o kernel e execute novamente o caderno

Reinicia o kernel. As variáveis são redefinidas. As informações não 
salvas não são efetivadas. Em seguida, executa novamente o caderno 
inteiro.

Tipo de célula

Exibe ou altera o tipo de célula atual. Os tipos de células são:

• Código: código que o kernel executa.

• Markdown: texto renderizado como markdown.

• Bruto: conteúdo, incluindo a marcação Markdown, exibido como texto.

Diferença de pontos de verificação

Abre uma nova guia que exibe a diferença entre o bloco de anotações e 
o arquivo de ponto de verificação. Para obter mais informações, consulte
Conheça as diferenças dos cadernos.
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Ícone Descrição

Diferença do Git

Somente habilitado se o bloco de anotações for aberto a partir de um 
repositório Git. Abre uma nova guia que exibe a diferença entre o bloco 
de anotações e a última confirmação do Git. Para obter mais informaçõ 
es, consulte Conheça as diferenças dos cadernos.

padrão Kernel

Exibe ou altera o kernel que processa as células no bloco de anotações.

No Kernel indica que o bloco de anotações foi aberto sem especificar 
um kernel. É possível editar o bloco de anotações, mas não é possível 
executar nenhuma célula.

Status de ocupado do kernel

Exibe o status ocupado de um kernel mostrando a borda e o interior do 
círculo com a mesma cor. O kernel está ocupado quando está iniciando 
e quando está processando células. Estados adicionais do kernel são 
exibidos na barra de status no canto inferior esquerdo do Studio Lab.

Gerenciar seu ambiente

O Amazon SageMaker Studio Lab fornece ambientes pré-instalados para suas instâncias de 
notebook do Studio Lab. Os ambientes permitem que você inicie uma instância de notebook do 
Studio Lab com os pacotes que você deseja usar. Isso é feito instalando-se pacotes no ambiente e 
selecionando-se o ambiente como um Kernel.

O Studio Lab tem vários ambientes pré-instalados para você. Normalmente, você vai preferir usar o 
ambiente sagemaker-distribution se quiser usar um ambiente totalmente gerenciado que já 
contenha muitos pacotes populares usados por engenheiros de machine learning (ML) e cientistas 
de dados. Caso contrário, você pode usar o ambiente default se quiser personalização persistente 
para o seu ambiente. Para obter mais informações sobre os ambientes do Studio Lab pré-instalados 
disponíveis, consulte Ambientes pré-instalados do Studio Lab.
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Você pode personalizar seu ambiente adicionando novos pacotes (ou bibliotecas) a ele. Você 
também pode criar novos ambientes no Studio Lab, importar ambientes compatíveis, redefinir seu 
ambiente para criar espaço e muito mais.

Os comandos a seguir são para execução em um terminal do Studio Lab. No entanto, ao instalar 
pacotes, é altamente recomendável instalá-los em seu notebook Studio Lab Jupyter para garantir 
que os pacotes sejam instalados no ambiente pretendido. Para executar os comandos em um Bloco 
de anotações Jupyter, prefixe o comando com um % antes de executar a célula. Por exemplo, o 
trecho de código pip list em um terminal é o mesmo que %pip list em um Bloco de anotações 
Jupyter.

As seções a seguir fornecem informações sobre seu ambiente conda default, como personalizá-
lo e como adicionar e remover ambientes conda. Para obter uma lista de ambientes de amostra que 
você pode instalar no Studio Lab, consulte Criação de ambientes conda personalizados. Para usar 
esses arquivos YAML de ambiente de amostra com o Studio Lab, consulte Etapa 4: instalar seus 
ambientes Studio Lab conda no Studio Classic.

Tópicos

• Seu ambiente padrão

• Visualizar ambientes

• Criar, ativar e usar novos ambientes conda

• Usar exemplos de ambientes do Studio Lab

• Personalizar seu ambiente

• Atualizar Studio Lab

Seu ambiente padrão

O Studio Lab usa ambientes conda para encapsular os pacotes de software necessários para 
executar bloco de anotações. Seu projeto contém um ambiente conda padrão, chamado default, 
com o kernel IPython. Esse ambiente serve como o kernel padrão para seusBloco de anotações 
Jupyter.

Visualizar ambientes

Para visualizar os ambientes no Studio Lab, você pode usar um terminal ou Bloco de anotações 
Jupyter. O comando a seguir será para execução em um terminal do Studio Lab. Se você deseja 
executar os comandos correspondentes em um bloco de anotações Jupyter, consulte Gerenciar seu 
ambiente.
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Abra o terminal do Studio Lab abrindo o painel Navegador de arquivos

( ), 
escolha o sinal de adição (+) no menu na parte superior do navegador de arquivos para abrir o
Inicializador e escolha Terminal. No terminal do Studio Lab, liste os ambientes conda executando o 
seguinte.

conda env list

Esse comando gera uma lista dos ambientes conda e suas localizações no sistema de arquivos. Ao 
se integrar ao Studio Lab, você ativa automaticamente o ambiente studiolab conda. Veja a seguir 
um exemplo de ambientes listados após a integração.

# conda environments:
#
default                  /home/studio-lab-user/.conda/envs/default
studiolab             *  /home/studio-lab-user/.conda/envs/studiolab
studiolab-safemode       /opt/amazon/sagemaker/safemode-home/.conda/envs/studiolab-
safemode
base                     /opt/conda
sagemaker-distribution     /opt/conda/envs/sagemaker-distribution

* marca o ambiente ativado.

Criar, ativar e usar novos ambientes conda

Se quiser manter vários ambientes para diferentes casos de uso, você pode criar novos ambientes 
conda em seu projeto. As seções a seguir mostram como criar e ativar novos ambientes conda. 
Para um bloco de anotações Jupyter que mostra como criar um ambiente personalizado, consulte
Configuração de um ambiente personalizado no SageMaker Studio Lab.

Note

A manutenção de vários ambientes conta com a memória disponível do Studio Lab.

Criar ambiente conda

Para criar um ambiente conda, execute o seguinte comando conda em seu terminal. Este exemplo 
cria um novo ambiente com o Python 3.9.

Use o runtime do projeto Studio Lab 698

https://github.com/aws/studio-lab-examples/blob/main/custom-environments/custom_environment.ipynb


Amazon SageMaker Guia do Desenvolvedor

conda create --name <ENVIRONMENT_NAME> python=3.9

Depois que o ambiente conda é criado, você pode visualizar o ambiente na sua lista de ambientes. 
Para obter mais informações sobre como visualizar sua lista de ambientes, consulte Visualizar 
ambientes.

Ativar um ambiente conda

Para ativar qualquer ambiente conda, execute o comando a seguir no terminal.

conda activate <ENVIRONMENT_NAME>

Quando você executa esse comando, todos os pacotes instalados usando conda ou pip são 
instalados no ambiente. Para obter mais informações sobre a instalação ou atualização de pacotes, 
consulte Personalizar seu ambiente.

Usar um ambiente conda

Para usar seus novos ambientes conda com cadernos, certifique-se de que o pacote ipykernel
esteja instalado no ambiente.

conda install ipykernel

Depois que o pacote ipykernel estiver instalado no ambiente, você poderá selecionar o ambiente 
como o kernel do seu caderno.

Talvez seja necessário reiniciar o JupyterLab para ver o ambiente disponível como um kernel. Isso 
pode ser feito escolhendo o Amazon SageMaker Studio Lab no menu superior do Studio Lab e 
escolhendo Reiniciar o JupyterLab....

Quando criar um novo caderno a partir do Studio Lab Launcher, você terá a opção de escolher o 
kernel em Caderno. Para obter uma visão geral da interface de usuário do Studio Lab, consulte Visão 
geral da interface do usuário do Amazon SageMaker Studio Lab.

Quando um bloco de anotações Jupyter é aberto, você pode escolher o kernel escolhendo Kernel no 
menu superior e escolhendo Alterar Kernel….

Usar exemplos de ambientes do Studio Lab

O Studio Lab fornece exemplos de ambientes personalizados por meio do repositório Exemplos do 
SageMaker Studio Lab. Veja a seguir como clonar e criar esses ambientes.
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1. Clone o repositório GitHub de Exemplos do SageMaker Studio Lab seguindo as instruções em
Use os recursos do GitHub.

2. No Studio Lab, escolha o ícone do Navegador de arquivos

( ) 
no menu esquerdo, para que o painel Navegador de arquivos seja exibido à esquerda.

3. Navegue até o diretório studio-lab-examples/custom-environments no Navegador de 
arquivos.

4. Abra o diretório do ambiente que deseja criar.

5. Clique com o botão direito do mouse no arquivo .yml na pasta e selecione Criar ambiente 
conda.

6. Agora você pode usar o ambiente como um kernel após a conclusão da construção do ambiente 
conda. Para obter instruções sobre como usar um ambiente existente como kernel, consulte
Criar, ativar e usar novos ambientes conda

Personalizar seu ambiente

Você pode personalizar seu ambiente instalando e removendo extensões e pacotes conforme 
necessário. O Studio Lab traz ambientes com pacotes pré-instalados e o uso de um ambiente 
existente pode economizar tempo e memória, pois os pacotes pré-instalados não contam com a 
memória disponível do Studio Lab. Para obter mais informações sobre os ambientes do Studio Lab 
pré-instalados disponíveis, consulte Ambientes pré-instalados do Studio Lab.

Todas as extensões e pacotes instalados em seu ambiente default persistirão em seu projeto, 
então você não precisa instalar seus pacotes para cada sessão de tempo de execução do projeto. 
No entanto, extensões e pacotes instalados em seu ambiente sagemaker-distribution não 
persistirão, então você precisará instalar novos pacotes durante sua próxima sessão. No entanto, 
quando instalar pacotes, é altamente recomendável instalá-los em seu caderno para garantir que os 
pacotes sejam instalados no ambiente pretendido.

Para visualizar seus ambientes, execute o comando conda env list.

Para visualizar seu ambiente, execute o comando conda activate <ENVIRONMENT_NAME>.

Para visualizar os pacotes em um ambiente, execute o comando conda list.

Instalar pacotes
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É altamente recomendável instalar seus pacotes no seu bloco de anotações Jupyter para garantir 
que os pacotes sejam instalados no ambiente pretendido. Para instalar pacotes adicionais em seu 
ambiente a partir de um bloco de anotações Jupyter, execute um dos seguintes comandos em uma 
célula dentro do seu bloco de anotações Jupyter. Esses comandos instalam pacotes no ambiente 
atualmente ativado.

• %conda install <PACKAGE>

• %pip install <PACKAGE>

Não recomendamos o uso dos comandos !pip ou !conda porque eles podem se comportar de 
maneiras inesperadas quando você tem vários ambientes.

Depois de instalar novos pacotes em seu ambiente, talvez seja necessário reiniciar o kernel para 
garantir que os pacotes funcionem em seu caderno. Isso pode ser feito escolhendo o Amazon 
SageMaker Studio Lab no menu superior do Studio Lab e escolhendo Reiniciar o JupyterLab....

Remover pacotes

Para remover um pacote, execute o comando

%conda remove <PACKAGE_NAME>

Esse comando também removerá qualquer pacote que dependa de <PACKAGE_NAME>, a menos que 
um substituto possa ser encontrado sem essa dependência.

Para visualizar os pacotes em um ambiente, execute o comando

conda deactivate
&& conda env remove --name
<ENVIRONMENT_NAME>

Atualizar Studio Lab

Para atualizar o Studio Lab, remova todos os seus ambientes e arquivos.

1. Liste todos os ambientes do conda.

conda env list
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2. Ative o ambiente básico.

conda activate base

3. Remova cada ambiente da lista de ambientes conda, além do básico.

conda remove --name <ENVIRONMENT_NAME> --all

4. Exclua todos os arquivos do seu Studio Lab.

rm -rf *.*

Use recursos externos no Amazon SageMaker Studio Lab

Com o Amazon SageMaker Studio Lab, você pode integrar recursos externos, como dados e bloco 
de anotações Jupyter, dos repositórios Git e do Amazon S3. Você também pode adicionar um 
botão Abrir no Studio Lab ao seu repositório e cadernos do GitHub. Esse botão permite clonar seus 
cadernos diretamente do Studio Lab.

Os tópicos a seguir mostram como integrar recursos externos.

Tópicos

• Use os recursos do GitHub

• Adicione um botão Abrir no Studio Lab ao seu caderno

• Importe arquivos do seu computador

• Conectar-se ao Amazon S3

Use os recursos do GitHub

O Studio Lab oferece integração com o GitHub. Com essa integração, você pode clonar cadernos e 
repositórios diretamente no seu projeto do Studio Lab.

Os tópicos a seguir fornecem informações sobre como usar os recursos do GitHub com o Studio Lab.

Cadernos de exemplo do Studio Lab

Para começar com um repositório de cadernos de exemplos personalizados para o Studio Lab, 
consulte Cadernos de Exemplo do Studio Lab.
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Esse repositório fornece cadernos para os seguintes casos de uso e outros.

• Visão computacional

• Como se conectar ao AWS

• Criar ambientes personalizados

• Análise de dados geoespaciais

• Processamento de linguagem natural

• Usando R

Clonar um repositório do GitHub.

Para clonar um repositório do GitHub em seu projeto do Studio Lab, siga estas etapas.

1. Inicie o tempo de execução do seu projeto do Studio Lab. Para obter mais informações sobre 
como iniciar o tempo de execução do projeto Studio Lab, consulte Inicie o runtime do projeto.

2. No Studio Lab, escolha o ícone Navegador de arquivos

( ) 
no menu esquerdo para que o painel Navegador de arquivos seja exibido à esquerda.

3. Navegue até seu diretório de usuário escolhendo o ícone de arquivo abaixo da barra de 
pesquisa de arquivos.

4. Selecione o ícone do Git

( ) 
no menu à esquerda para abrir um novo menu suspenso.

5. Escolha Clonar um repositório.

6. Cole a URL do repositório na URL do repositório Git (.git).

7. Selecione Clonar.

Clone cadernos individuais do GitHub

Para abrir um caderno no Studio Lab, você deve ter acesso ao repositório no qual o caderno está. Os 
exemplos a seguir descrevem o comportamento relacionado à permissão do Studio Lab em várias 
situações.

• Se um repositório for público, você poderá clonar automaticamente o caderno em seu projeto a 
partir da página de pré-visualização do Studio Lab.
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• Se um repositório for privado, você será solicitado a entrar no GitHub a partir da página de pré-
visualização do Studio Lab. Se você tiver acesso a um repositório privado, poderá clonar o 
caderno em seu projeto.

• Se você não tiver acesso a um repositório privado, não poderá clonar o caderno na página de pré-
visualização do Studio Lab.

As seções a seguir mostram duas opções para você copiar um caderno do GitHub em seu projeto do 
Studio Lab. Essas opções dependem se o caderno tem um botão Abrir no Studio Lab.

Opção 1: Copiar caderno com um botão Abrir no Studio Lab

O procedimento a seguir mostra como copiar um caderno que tenha um botão Abrir no Studio Lab. 
Se você quiser adicionar esse botão ao seu caderno, consulte Adicione um botão Abrir no Studio Lab
ao seu caderno.

1. Faça login no Studio Lab seguindo as etapas em Faça login no Studio Lab..

2. Em uma nova guia do navegador, navegue até o caderno do GitHub que você deseja clonar.

3. No caderno, selecione o botão Abrir no Studio Lab para abrir uma nova página no Studio Lab 
com uma prévia do caderno.

4. Se o tempo de execução do seu projeto ainda não estiver em execução, inicie-o escolhendo o 
botão Iniciar tempo de execução na parte superior da página de pré-visualização. Aguarde até 
que o status do grupo de trabalho seja iniciado para passar à próxima etapa.

5. Depois que o tempo de execução do seu projeto for iniciado, selecione Copiar para o projeto
para abrir o tempo de execução do projeto em uma nova guia do navegador.

6. Na caixa de diálogo Copiar do GitHub?, selecione Copiar somente caderno. Isso copia o arquivo 
do caderno para o seu projeto.

Opção 2: clonar qualquer caderno do GitHub

O procedimento a seguir mostra como copiar qualquer caderno do GitHub.

1. Navegue até o caderno no GitHub.

2. Na barra de endereço do navegador, modifique a URL do caderno da seguinte forma.

# Original URL
https://github.com/<PATH_TO_NOTEBOOK>
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# Modified URL 
https://studiolab.sagemaker.aws/import/github/<PATH_TO_NOTEBOOK>

3. Navegue até a URL modificada. Isso abre uma prévia do caderno no Studio Lab.

4. Se o tempo de execução do seu projeto ainda não estiver em execução, inicie-o escolhendo o 
botão Iniciar tempo de execução na parte superior da página de pré-visualização. Aguarde até 
que o tempo de execução come antes de prosseguir para a próxima etapa.

5. Depois que o tempo de execução do seu projeto for iniciado, selecione Copiar para o projeto
para abrir o tempo de execução do seu projeto em uma nova guia do navegador.

6. Na caixa de diálogo Copiar do GitHub?, selecione Copiar caderno somente para copiar o 
arquivo do caderno para o seu projeto.

Adicione um botão Abrir no Studio Lab ao seu caderno

Quando você adiciona o botão Abrir no Studio Lab aos seus cadernos, outras pessoas podem 
clonar seus cadernos ou repositórios diretamente para projetos do Studio Lab delas. Se você 
estiver compartilhando seu caderno em um repositório público do GitHub, seu conteúdo será legível 
publicamente. Não compartilhe conteúdo privado em seu caderno, como chaves de acesso AWS ou 
credenciais AWS Identity and Access Management.

Para adicionar o botão de funcionalidade Abrir no Studio Lab ao seu caderno ou repositório Jupyter, 
adicione o seguinte markdown na parte superior do seu caderno ou repositório.

[![Open In SageMaker Studio Lab](https://studiolab.sagemaker.aws/studiolab.svg)]
(https://studiolab.sagemaker.aws/import/github/<PATH_TO_YOUR_NOTEBOOK_ON_GITHUB>)

Importe arquivos do seu computador

As etapas a seguir mostram como importar arquivos do seu computador para o projeto do Studio 
Lab. 

1. Abra o runtime do projeto do Studio Lab

2. Abra o painel Navegador de arquivos.

3. Na barra de ações do painel Navegador de arquivos, selecione o botão Carregar arquivos.

4. Selecione os arquivos que deseja carregar da sua máquina local.

5. Selecione Abrir.
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Como alternativa, é possível arrastar e soltar arquivos do computador para o painel do Navegador de 
arquivos.

Conectar-se ao Amazon S3

O AWS CLI permite a integração AWS em seu projeto do Studio Lab. Com essa integração, você 
pode extrair recursos do Amazon S3 para usar com seus blocos de anotação Jupyter.

Conclua as etapas a seguir para usar AWS CLI com o Studio Lab. Para um caderno que resume 
essa integração, consulte Usando o Studio Lab com recursos AWS.

1. Instale e configure as etapas AWS CLI a seguir em Instalando ou atualizando a versão mais 
recente do AWS CLI.

2. Configure suas credenciais AWS seguindo as etapas em Configuração rápida. A função da 
sua conta AWS deve ter permissões para acessar o bucket do Amazon S3 do qual você está 
copiando dados.

3. Do seu bloco de anotações Jupyter, clone recursos do bucket do Amazon S3, conforme 
necessário. O comando a seguir mostra como clonar todos os recursos de um caminho do 
Amazon S3 para seu projeto. Para obter mais informações, consulte Referência de comandos 
da AWS CLI.

!aws s3 cp s3://<BUCKET_NAME>/<PATH_TO_RESOURCES>/ <PROJECT_DESTINATION_PATH>/ --
recursive

Conheça as diferenças dos cadernos

Você pode exibir a diferença entre o caderno atual e o último ponto de verificação ou a última 
confirmação do Git usando a interface de usuário do Amazon SageMaker Studio Lab.

Tópicos

• Conheça as diferenças entre o último ponto de verificação

• Conheça as diferenças entre a última confirmação

Conheça as diferenças entre o último ponto de verificação

Quando você cria um bloco de anotações, um arquivo de ponto de verificação oculto que 
corresponde ao bloco de anotações é criado. Você pode visualizar as alterações entre o caderno e 
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o arquivo de ponto de verificação ou reverter o caderno para corresponder ao arquivo de ponto de 
verificação.

Para salvar o caderno do Studio Lab e atualizar o arquivo do ponto de verificação 
para que corresponda: escolha o ícone Salvar caderno e criar ponto de verificação

( ). 
Ele está localizado no lado esquerdo do menu do Studio Lab. O atalho do teclado para Salvar 
caderno e criar ponto de verificação é Ctrl + s.

Para visualizar as alterações entre o caderno e o arquivo do ponto 
de verificação, escolha o ícone Diferenças do ponto de verificação

( )m 
localizado no centro do menu do Studio Lab.

Para reverter o caderno do Studio Lab para o arquivo de ponto de verificação: no menu principal do 
Studio Lab, escolha Arquivo e, então, Reverter o caderno para o ponto de verificação.

Conheça as diferenças entre a última confirmação

Se um bloco de anotações for aberto a partir de um repositório Git, será possível visualizar a 
diferença entre o bloco de anotações e a última confirmação do Git.

Para visualizar as alterações no caderno a partir da última confirmação do Git: escolha o ícone Git 
diff

( ) 
no centro do menu do caderno.

Exportar um ambiente do Amazon SageMaker Studio Lab para o Amazon SageMaker 
Studio Classic

O Amazon SageMaker Studio Classic oferece muitos recursos para fluxos de trabalho de 
aprendizado de máquina e aprendizado profundo que não estão disponíveis no Amazon SageMaker 
Studio Lab. Esta página mostra como migrar um ambiente do Studio Lab para o Studio Classic para 
aproveitar mais capacidade computacional, armazenamento e recursos. No entanto, talvez você 
queira se familiarizar com os contêineres pré-construídos do Studio Classic, que são otimizados para 
o pipeline MLOP completo. Para obter mais informações, consulte Laboratório Amazon SageMaker 
Studio.

Para migrar seu ambiente do Studio Lab para o Studio Classic, você deve primeiro integrar-se ao 
Studio Classic seguindo as etapas apresentadas. Visão geral SageMaker do Amazon Domain
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Tópicos

• Etapa 1: exportar seu ambiente conda do Studio Lab

• Etapa 2: Salve seus artefatos do Studio Lab

• Etapa 3: importar seus artefatos do Studio Lab para o Studio Classic

• Etapa 4: instalar seus ambientes Studio Lab conda no Studio Classic

Etapa 1: exportar seu ambiente conda do Studio Lab

Você pode exportar um ambiente conda e adicionar bibliotecas ou pacotes ao ambiente seguindo as 
etapas emGerenciar seu ambiente. O exemplo a seguir demonstra o uso do default ambiente a 
ser exportado para o Studio Classic.

1. Abra o terminal do Studio Lab no painel Navegador de arquivos

( ), 
escolha o sinal de adição (+) no menu na parte superior do navegador de arquivos para 
abrir o Inicializador e escolha Terminal. No terminal do Studio Lab, liste os ambientes conda 
executando o seguinte.

conda env list

Esse comando gera uma lista dos ambientes conda e suas localizações no sistema de arquivos. 
Ao se integrar ao Studio Lab, você ativa automaticamente o ambiente conda studiolab.

# conda environments: # 
           default                  /home/studio-lab-user/.conda/envs/default 
           studiolab             *  /home/studio-lab-user/.conda/envs/studiolab 
           studiolab-safemode       /opt/amazon/sagemaker/safemode-home/.conda/
envs/studiolab-safemode 
           base                     /opt/conda

Recomendamos que você não exporte os ambientes studiolab, studiolab-safemode, e
base. Esses ambientes não podem ser usados no Studio Classic pelos seguintes motivos:

• studiolab: Isso configura o JupyterLab ambiente para o Studio Lab. O Studio Lab executa 
uma versão principal diferente JupyterLab do Studio Classic, portanto, não pode ser usado no 
Studio Classic.
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• studiolab-safemode: Isso também configura o JupyterLab ambiente para o Studio Lab. O 
Studio Lab executa uma versão principal diferente JupyterLab do Studio Classic, portanto, não 
pode ser usado no Studio Classic.

• base: Esse ambiente vem com conda por padrão. O base ambiente no Studio Lab e o base
ambiente no Studio Classic têm versões incompatíveis de muitos pacotes.

2. Para o ambiente conda que você deseja migrar para o Studio Classic, primeiro ative o ambiente 
conda. O default ambiente é então alterado quando novas bibliotecas são instaladas ou 
removidas dele. Para obter o estado exato do ambiente, exporte-o para um arquivo YAML 
usando a linha de comando. As linhas de comando a seguir exportam o ambiente padrão para 
um arquivo YAML, criando um arquivo chamado myenv.yml.

conda activate default
conda env export > ~/myenv.yml

Etapa 2: Salve seus artefatos do Studio Lab

Agora que você salvou seu ambiente em um arquivo YAML, você pode mover o arquivo de ambiente 
para qualquer plataforma.

Save to a local machine using Studio Lab GUI

Note

Faça download de um diretório da GUI do Studio Lab clicando com o botão direito do 
mouse no diretório que está indisponível no momento. Se você quiser exportar um 
diretório, siga as etapas usando a aba Salvar no repositório Git.

Uma opção é salvar o ambiente em sua máquina local. Para fazer isso, use o procedimento a 
seguir.

1. No Studio Lab, escolha o ícone Navegador de arquivos

( ) 
no menu esquerdo para que o painel Navegador de arquivos seja exibido à esquerda.

2. Navegue até seu diretório de usuário escolhendo o ícone de arquivo abaixo da barra de 
pesquisa de arquivos.
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3. Escolha (clique com o botão direito do mouse) o arquivo myenv.yml e escolha Download. 
Você pode repetir esse processo para outros arquivos que deseja importar para o Studio 
Classic.

Save to a Git repository

Outra opção é salvar seu ambiente em um repositório Git. Essa opção usa GitHub como exemplo. 
Essas etapas exigem uma GitHub conta e um repositório. Para obter mais informações, acesse
GitHub. O procedimento a seguir mostra como sincronizar seu conteúdo GitHub usando o 
terminal do Studio Lab.

1. No terminal do Studio Lab, navegue até seu diretório de usuário e crie um novo diretório para 
conter os arquivos que você deseja exportar.

cd ~
mkdir <NEW_DIRECTORY_NAME>

2. Depois de criar um novo diretório, copie qualquer arquivo ou diretório que você deseja 
exportar para <NEW_DIRECTORY_NAME>.

Copie um arquivo usando o seguinte formato de código:

cp <FILE_NAME> <NEW_DIRECTORY_NAME>

Por exemplo, substituindo <FILE_NAME> por myenv.yml.

Copie um diretório usando o seguinte formato de código:

cp -r <DIRECTORY_NAME> <NEW_DIRECTORY_NAME>

Por exemplo, substitua <DIRECTORY_NAME> por qualquer nome de diretório em seu diretório 
de usuário.

3. Navegue até o novo diretório e inicialize o diretório como um repositório Git usando o 
comando a seguir. Para obter mais informações, consulte a documentação de git-init.

cd <NEW_DIRECTORY_NAME>
git init
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4. Usando o Git, adicione todos os arquivos relevantes e, em seguida, confirme suas 
alterações.

git add .
git commit -m "<COMMIT_MESSAGE>"

Por exemplo, substituindo <COMMIT_MESSAGE> por Add Amazon SageMaker Studio 
Lab artifacts to GitHub repository to migrate to Amazon SageMaker 
Studio Classic .

5. Envie a confirmação para o repositório remoto. Esse repositório tem o formato
https://github.com/<GITHUB_USERNAME>/ <REPOSITORY_NAME>.git em que
<GITHUB_USERNAME> está seu nome de GitHub usuário e o <REPOSITORY_NAME> nome 
do seu repositório remoto. Crie uma ramificação <BRANCH_NAME> para enviar o conteúdo 
para o GitHub repositório.

git branch -M <BRANCH_NAME>
git remote add origin https://github.com/<GITHUB_USERNAME>/<REPOSITORY_NAME>.git
git push -u origin <BRANCH_NAME>

Etapa 3: importar seus artefatos do Studio Lab para o Studio Classic

O procedimento a seguir mostra como importar artefatos para o Studio Classic. As instruções sobre 
como usar a Feature Store por meio do console dependem de você ter habilitado o Studio ou o 
Studio Classic como sua experiência padrão. Para obter informações sobre como acessar o Studio 
Classic por meio do console, consulteInicie o Studio Classic se o Studio for sua experiência padrão.

No Studio Classic, você pode importar arquivos da sua máquina local ou de um repositório Git. 
Você pode fazer isso usando a GUI ou o terminal do Studio Classic. O procedimento a seguir usa os 
exemplos de Etapa 2: Salve seus artefatos do Studio Lab.

Import using the Studio Classic GUI

Se você salvou os arquivos em sua máquina local, poderá importá-los para o Studio Classic 
usando as etapas a seguir.

1. Abra o painel Navegador de arquivos

( ) 
no canto superior esquerdo do Studio Classic.
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2. Escolha o ícone Carregar arquivos

( ) 
no menu na parte superior do painel Navegador de arquivos.

3. Navegue até o arquivo que você deseja importar e escolha Abrir.

Note

Para importar um diretório para o Studio Classic, primeiro compacte o diretório em sua 
máquina local em um arquivo. Em um Mac, clique com o botão direito do mouse no 
diretório e escolha Compactar "<DIRECTORY_NAME>". No Windows, clique com o botão 
direito do mouse no diretório e escolha Enviar para e, então, selecione Pasta compactada 
(zipada). Depois que o diretório for compactado, importe o arquivo compactado usando 
as etapas anteriores. Descompacte o arquivo compactado navegando até o terminal do 
Studio Classic e executando o comando. <DIRECTORY_NAME>.zip

Import using a Git repository

Este exemplo fornece duas opções de como clonar um GitHub repositório no 
Studio Classic. Você pode usar a GUI do Studio Classic escolhendo a guia Git

() no lado esquerdo do Studio Classic. Escolha Clonar um repositório e cole a URL do seu GitHub 
repositório. Etapa 2: Salve seus artefatos do Studio Lab Outra opção é usar o terminal Studio 
Classic usando o procedimento a seguir.

1. Abra o Studio Classic Launcher. Para obter mais informações sobre como abrir o Launcher, 
consulte Amazon SageMaker Studio Classic Launcher.

2. No Inicializador, na seção Cadernos e recursos de computação, escolha Alterar ambiente.

3. No Studio Classic, abra o Launcher. Para abrir o Launcher, escolha Amazon SageMaker 
Studio Classic no canto superior esquerdo do Studio Classic.

Para saber mais sobre todas as formas disponíveis para abrir o Inicializador, consulte Use o 
Amazon SageMaker Studio Classic Launcher.

4. Na caixa de diálogo Alterar ambiente, use a lista suspensa Imagem para selecionar a 
imagem da Ciência de Dados e escolha Selecionar. Essa imagem vem com o conda pré-
instalado.
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5. No Studio Classic Launcher, escolha Abrir terminal de imagem.

6. No terminal de imagem, execute o seguinte comando para clonar o repositório. Esse 
comando cria um diretório com o nome <REPOSITORY_NAME> de sua instância do Studio 
Classic e clona seus artefatos nesse repositório.

git clone https://github.com/<GITHUB_USERNAME>/<REPOSITORY_NAME>.git

Etapa 4: instalar seus ambientes Studio Lab conda no Studio Classic

Agora você pode recriar seu ambiente conda usando seu arquivo YAML na sua instância do Studio 
Classic. Abra o Studio Classic Launcher. Para obter mais informações sobre como abrir o Launcher, 
consulte Amazon SageMaker Studio Classic Launcher. No Inicializador, escolha Abrir terminal de 
imagem. No terminal, navegue até o diretório que contém o arquivo YAML e execute os seguintes 
comandos.

conda env create --file <ENVIRONMENT_NAME>.yml
conda activate <ENVIRONMENT_NAME>

Depois que esses comandos forem concluídos, você poderá selecionar seu ambiente como kernel 
para as instâncias do notebook Studio Classic. Para ver o ambiente disponível, execute conda env 
list. Para ativar seu ambiente, execute conda activate <ENVIRONMENT_NAME>.

Desligar recursos

Neste guia, você aprenderá como desligar recursos individuais, incluindo cadernos, terminais e 
kernels. Você também pode desligar todos os recursos em uma dessas categorias ao mesmo tempo.

Tópicos

• Desligar um bloco de anotações aberto

• Desligar recursos

Desligar um bloco de anotações aberto

Você pode desligar um caderno aberto no menu do de Arquivo do Amazon SageMaker Studio Lab 
ou no painel de Execução de terminais e kernels.
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Note

Ao desligar uma instância de bloco de anotações, todas as informações não salvas no bloco 
de anotações são perdidas. O bloco de anotações não é excluído.

Como desligar um bloco de anotações aberto no menu File (Arquivo)

1. Salve o conteúdo do caderno escolhendo o ícone Disk

à esquerda do menu do bloco de anotações.

2. Escolha File (Arquivo) e Close and Shutdown Notebook (Fechar e desligar o bloco de 
anotações).

3. Escolha OK.

Desligar recursos

Na barra lateral esquerda do Studio Lab, você encontrará o painel e o ícone Execução de terminais e 
kernels.

O painel Execução de terminais e kernels tem três seções. Cada seção lista todos os recursos desse 
tipo. Você pode desligar cada recurso individualmente ou encerrar todos os recursos em uma seção 
simultaneamente.

Quando você desliga todos os recursos em uma seção, ocorre o seguinte:

• KERNELS: todos os kernels, cadernos e consoles estão desligados.

• TERMINAIS: todos os terminais estão desligados.

Para desligar recursos

1. Na barra lateral esquerda, escolha o ícone Execução de terminais e kernels

( ).

2. Realize um dos procedimentos a seguir:

• Para desligar um recurso específico, escolha DESLIGAR na mesma linha do recurso.
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• Para desligar todos os recursos em uma seção: Escolha Desligar tudo, que está localizado 
à direita do rótulo da seção. Depois que uma caixa de diálogo de confirmação for exibida, 
escolha Desligar tudo para continuar.

Solução de problemas

O guia mostra erros comuns que podem ocorrer ao usar o Amazon SageMaker Studio Lab. Cada 
erro contém uma descrição, bem como uma solução para o erro.

Note

Você não pode compartilhar sua senha com vários usuários e nem usar o Studio Lab para 
minerar criptomoedas. Não recomendamos o uso do Studio Lab para tarefas de produção 
devido aos limites de tempo de execução.

Não consigo acessar a conta

Se você não conseguir acessar sua conta, verifique se está usando o e-mail e senha corretos. Se 
você esqueceu sua senha, use as etapas a seguir para redefinir sua senha. Se você ainda não 
conseguir acessar sua conta, deverá solicitar e registrar uma nova conta usando as instruções 
emIntegração ao Amazon SageMaker Studio Lab.

Esqueci a senha

Se você esquecer sua senha, deverá redefini-la usando as etapas a seguir.

1. Navegue até a página de destino do Studio Lab.

2. Selecione Fazer login.

3. Selecione Esqueci a senha para abrir uma nova página.

4. Insira o endereço de e-mail que você usou para cadastrar uma conta.

5. Selecione Enviar link de redefinição para enviar um e-mail com um link de redefinição de senha.

6. No e-mail de redefinição de senha, selecione Redefinir sua senha.

7. Insira sua nova senha.

8. Selecione Submit (Enviar).

Não é possível iniciar o tempo de execução do projeto
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Se o tempo de execução do projeto Studio Lab não for iniciado, tente iniciá-lo novamente. Se 
isso não funcionar, mude o tipo de instância de CPU para GPU (ou vice-versa). Para ter mais 
informações, consulte Alterar seu tipo de computação.

O tempo de execução parou de funcionar inesperadamente

Se houver um problema com o ambiente usado para execução JupyterLab, o Studio Lab recriará 
automaticamente o ambiente. O Studio Lab não oferece suporte à ativação manual desse processo.

Versões em conflito

Como você pode adicionar pacotes e modificar seu ambiente conforme necessário, você pode se 
deparar com conflitos entre pacotes em seu ambiente. Se houver conflitos entre pacotes em seu 
ambiente, você deverá remover o pacote em conflito.

Falha na compilação do ambiente

Quando você compila um ambiente a partir de um arquivo YAML, um conflito de versão de pacote 
ou problema de arquivo pode causar falha na compilação. Para resolver isso, remova o ambiente 
executando o comando a seguir. Faça isso antes de tentar compilá-lo novamente.

conda remove --name <YOUR_ENVIRONMENT> --all

Mensagem de erro sobre a permissão para fazer download do script do domínio *.awswaf.com

O Studio Classic usa o serviço de firewall de aplicativos da web AWS WAF para proteger seus 
recursos, que usa JavaScript. Se você estiver usando um plug-in de segurança do navegador que 
JavaScript impede o download, esse erro pode aparecer. Para usar o Studio Classic, permita o 
JavaScript download de *.awswaf.com como um domínio confiável. Para obter mais informações 
sobre AWS WAF, consulte AWS WAF em AWS WAF, AWS Firewall Manager e AWS Shield 
Advanced. Guia do desenvolvedor

O espaço em disco está cheio

Se você receber uma notificação mencionando que seu espaço em disco está cheio ou erro de 
carregamento do arquivo<FILE_NAME> ao tentar abrir um arquivo, você pode remover arquivos, 
diretórios, bibliotecas ou ambientes para aumentar o espaço. Para mais informações sobre o 
gerenciamento de suas bibliotecas e ambientes, consulte Gerenciar seu ambiente.

O tempo de execução do projeto está na notificação do modo de segurança
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Se você receber uma notificação de que o tempo de execução do projeto está no modo de 
segurança, você deve liberar espaço em disco para retomar o uso do tempo de execução do projeto 
do Studio Lab. Siga as instruções no item de solução de problemas anterior, o espaço em disco está 
cheio. Depois que pelo menos 500 MB de espaço forem apagados, você poderá reiniciar o tempo 
de execução do projeto para usar o Studio Lab. Isso pode ser feito escolhendo Amazon SageMaker 
Studio Lab no menu superior do Studio Lab e escolhendo Reiniciar JupyterLab... .

git Não é possível importar cv2

Se você encontrar um erro ao importar cv2 após a instalação de opencv-python, deverá 
desinstalar opencv-python e instalar da opencv-python-headless seguinte maneira.

%pip uninstall opencv-python --yes
%pip install opencv-python-headless

Em seguida, você pode importar cv2 conforme o esperado.

O Studio Lab fica não responsivo ao abrir arquivos grandes

O IDE do Studio Lab pode falhar ao renderizar quando arquivos grandes são abertos, resultando no 
acesso bloqueado aos recursos do Studio Lab. Para resolver isso, redefina o workspace do Studio 
Lab usando o procedimento a seguir.

1. Depois de abrir o IDE, copie a URL na barra de endereço do seu navegador. Esta deve ser uma 
URL no formato https://xxxxxx.studio.us-east-2.sagemaker.aws/studiolab/
default/jupyter/lab. Feche a guia.

2. Em uma nova guia, cole a URL e remova o que estiver depois de https://
xxxxxx.studio.us-east-2.sagemaker.aws/studiolab/default/jupyter/lab.

3. Adicione ?reset ao final da URL para que tenha o formato https://xxxxxx.studio.us-
east-2.sagemaker.aws/studiolab/default/jupyter/lab?reset.

4. Navegue até a URL atualizada. Isso redefine o estado da interface do usuário salvo e torna o 
IDE do Studio Lab responsivo.

Amazon SageMaker Canvas

O Amazon SageMaker Canvas oferece a capacidade de usar o aprendizado de máquina para gerar 
previsões sem precisar escrever nenhum código. A seguir estão alguns casos de uso em que você 
pode usar o SageMaker Canvas:
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• Prever a rotatividade de clientes

• Planejar o inventário com eficiência

• Otimizar o preço e a receita

• Melhorar as entregas dentro do prazo

• Classificar texto ou imagens com base em categorias personalizadas

• Identificar objetos e texto em imagens

• Extrair informações de documentos

Com o Canvas, você pode conversar com modelos populares de linguagem grande (LLMs), acessar 
eady-to-use modelos R ou criar um modelo personalizado treinado em seus dados.

O chat do Canvas é uma funcionalidade que utiliza o código aberto e Amazon LLMs para ajudar 
você a aumentar sua produtividade. Você pode solicitar que os modelos obtenham ajuda em tarefas 
como gerar conteúdo, resumir ou categorizar documentos e responder perguntas. Para saber mais, 
consulte Usar IA generativa com modelos básicos.

Os eady-to-use modelos R no Canvas podem extrair insights de seus dados para uma variedade 
de casos de uso. Você não precisa criar um modelo para usar eady-to-use modelos R porque eles 
são alimentados pelos serviços de IA da Amazon, incluindo Amazon Rekognition, Amazon Textract 
e Amazon Comprehend. Você só precisa importar seus dados e começar a usar uma solução para 
gerar previsões.

Se você quiser um modelo personalizado para seu caso de uso e treinado com seus dados, você 
pode criar um modelo. É possível obter previsões personalizadas para seus dados fazendo o 
seguinte:

1. Importe seus dados de uma ou mais fontes de dados.

2. Crie um modelo preditivo.

3. Avalie o desempenho do modelo.

4. Gere previsões com o modelo.

O Canvas é compatível com os seguintes tipos de modelos personalizados:

• Previsão numérica (também conhecida como regressão)

• Previsão categórica para 2 e 3 categorias ou mais (também conhecida como classificação binária
e de várias classes)
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• Previsão de séries temporais

• Previsão de imagem de rótulo único (também conhecida como classificação de imagens)

• Previsão de texto em várias categorias (também conhecida como classificação de texto em várias 
classes)

Você também pode trazer seus próprios modelos para o Canvas a partir do Amazon SageMaker 
Studio Classic.

Para saber mais sobre preços, consulte a página de preços do SageMaker Canvas. Para obter mais 
informações, consulte também Gerencie o faturamento e o custo no Canvas SageMaker .

SageMaker Atualmente, o Canvas está disponível nas seguintes regiões:

• Leste dos EUA (Ohio)

• Leste dos EUA (N. da Virgínia)

• Oeste dos EUA (N. da Califórnia)

• Oeste dos EUA (Oregon)

• Asia Pacific (Mumbai)

• Ásia-Pacífico (Seul)

• Ásia-Pacífico (Singapura)

• Ásia-Pacífico (Sydney)

• Ásia-Pacífico (Tóquio)

• Canadá (Central)

• Europa (Frankfurt)

• Europa (Irlanda)

• Europa (Londres)

• Europa (Paris)

• Europa (Estocolmo)

• América do Sul (São Paulo)

Tópicos

• Você é usuário do SageMaker Canvas pela primeira vez?

• Começando a usar o Amazon SageMaker Canvas

SageMaker Tela 719

https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-byom.html
https://aws.amazon.com/sagemaker/canvas/pricing/


Amazon SageMaker Guia do Desenvolvedor

• Configurando e gerenciando o Amazon SageMaker Canvas (para administradores de TI)

• Importar dados para o Canvas

• Preparar dados

• Usar IA generativa com modelos básicos

• Use eady-to-use modelos R

• Usar modelos personalizados

• Sair do Amazon SageMaker Canvas

• Limitações e solução de problemas

• Gerencie o faturamento e o custo no Canvas SageMaker

Você é usuário do SageMaker Canvas pela primeira vez?

Se você é um usuário iniciante do SageMaker Canvas, recomendamos que comece lendo as 
seguintes seções:

• Para administradores de TI: Configurando e gerenciando o Amazon SageMaker Canvas (para 
administradores de TI)

• Para analistas e usuários individuais: Começando a usar o Amazon SageMaker Canvas

Começando a usar o Amazon SageMaker Canvas

Este guia explica como começar a usar o SageMaker Canvas. Se você é administrador de TI e 
gostaria de obter detalhes mais detalhados, consulte como configurar Configurando e gerenciando o 
Amazon SageMaker Canvas (para administradores de TI) o SageMaker Canvas para seus usuários.

Tópicos

• Pré-requisitos para configurar o Amazon Canvas SageMaker

• Etapa 1: Faça login no SageMaker Canvas

• Etapa 2: Use o SageMaker Canvas para obter previsões
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Pré-requisitos para configurar o Amazon Canvas SageMaker

Para configurar um aplicativo SageMaker Canvas, você deve primeiro se integrar ao Amazon 
SageMaker Domain, que oferece suporte a vários ambientes de aprendizado de máquina (ML), como 
Canvas e SageMaker Studio.

A seção a seguir descreve como configurar um SageMaker domínio da Amazon e conceder a si 
mesmo as permissões do Canvas.

Important

Para você configurar o Amazon SageMaker Canvas, sua versão do Amazon SageMaker 
Studio deve ser 3.19.0 ou posterior. Para obter informações sobre a atualização do Amazon 
SageMaker Studio, consulteDesligue e atualize o SageMaker Studio Classic.

Integração ao Domínio

Para configurar seu domínio, primeiro consulte Visão geral SageMaker do Amazon Domain para 
saber mais sobre domínios.

Então, quando você estiver pronto para configurar seu domínio, escolha um dos seguintes métodos 
de configuração:

1. (Rápido) Integração rápida ao Amazon Domain SageMaker  — Escolha essa opção se quiser 
configurar rapidamente seu domínio. Isso concede ao usuário todas as permissões padrão 
do Canvas e funcionalidades básicas. Quaisquer recursos adicionais, como a consulta de 
documentos, podem ser ativados posteriormente por um administrador. Se você quiser configurar 
permissões mais granulares, recomendamos que você escolha a opção 2 ou 3.

2. (Avançado) Integração personalizada ao Amazon SageMaker Domain usando o IAM Identity 
Center — Escolha essa opção se quiser concluir uma configuração mais avançada do seu 
domínio. Para usar o método IAM Identity Center, você deve fazer parte de uma organização 
emAWS Organizations.

3. (Avançado) Integração personalizada ao Amazon SageMaker Domain usando IAM — Escolha 
essa opção se quiser concluir uma configuração mais avançada do seu domínio e não precisar da 
configuração organizacional do IAM Identity Center.
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Se você estiver fazendo a Configuração rápida (opção 1 na lista anterior), poderá pular o restante 
desta seção e prosseguir para. Etapa 1: Faça login no SageMaker Canvas

Se você estiver fazendo a configuração avançada (opções 2 ou 3), poderá especificar os recursos 
do Canvas aos quais gostaria de conceder acesso aos seus usuários. Use o restante desta seção ao 
concluir a configuração avançada do domínio para ajudá-lo a configurar as permissões específicas 
do Canvas.

Nas instruções de configuração Integração personalizada ao Amazon SageMaker Domain usando o 
IAM Identity Center ou nas instruções de Integração personalizada ao Amazon SageMaker Domain 
usando IAM configuração, para a Etapa 2: Usuários e atividades de ML, você deve selecionar as 
permissões do Canvas que deseja conceder. Na seção de atividades de ML, você pode selecionar 
as seguintes políticas de permissões para conceder acesso aos recursos do Canvas. Você só pode 
selecionar até 8 atividades de ML no total ao configurar seu domínio. As duas primeiras permissões 
na lista a seguir são necessárias para usar o Canvas, enquanto as demais são para recursos 
adicionais.

• Executar aplicativos do Studio — Essas permissões são necessárias para iniciar o aplicativo 
Canvas.

• Canvas Core Access — Essas permissões concedem acesso ao aplicativo Canvas e às 
funcionalidades básicas do Canvas, como criar conjuntos de dados, usar transformações básicas 
de dados e construir e analisar modelos.

• (Opcional) Preparação de dados do Canvas (desenvolvido pelo Data Wrangler) — Essas 
permissões concedem acesso para criar fluxos de dados e usar transformações avançadas para 
preparar seus dados no Canvas. Essas permissões também são necessárias para criar trabalhos 
de processamento de dados e cronogramas de trabalhos de preparação de dados.

• (Opcional) Canvas AI Services — Essas permissões concedem acesso aos eady-to-use modelos 
R, modelos básicos e recursos de Chat with Data no Canvas.

• (Opcional) Acesso ao Kendra — Essa permissão concede acesso ao recurso de consulta de
documentos, no qual você pode consultar documentos armazenados em um índice do Amazon 
Kendra usando modelos básicos no Canvas.

Se você selecionar essa opção, na seção Acesso ao Canvas Kendra, insira os IDs dos seus 
índices do Amazon Kendra aos quais você deseja conceder acesso.

• (Opcional) Canvas MLOps — Essa permissão concede acesso ao recurso de implantação de 
modelos no Canvas, onde você pode implantar modelos para uso na produção.
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Na seção Etapa 3: Aplicativos da configuração do domínio, escolha Configurar Canvas e faça o 
seguinte:

1. Para a configuração de armazenamento do Canvas, especifique onde você deseja que o 
Canvas armazene os dados do aplicativo, como artefatos do modelo, previsões em lote, 
conjuntos de dados e registros. SageMaker cria uma Canvas/ pasta dentro desse bucket para 
armazenar os dados. Para ter mais informações, consulte Configurar seu armazenamento do 
Amazon S3. Nesta seção, faça o seguinte:

a. Selecione Sistema gerenciado se quiser definir o local como o bucket SageMaker criado 
padrão que segue o padrãos3://sagemaker-{Region}-{your-account-id}.

b. Selecione Custom S3 para especificar seu próprio bucket do Amazon S3 como local de 
armazenamento. Em seguida, insira o URI do Amazon S3.

c. (Opcional) Para Chave de criptografia, especifique uma chave do KMS para criptografar 
artefatos do Canvas armazenados no local especificado.

2. (Opcional) Para a configuração dos eady-to-use modelos Canvas R, faça o seguinte:

a. Deixe a opção Ativar eady-to-use modelos Canvas R ativada para dar aos usuários 
permissões para gerar previsões com eady-to-use modelos R no Canvas (ela está ativada 
por padrão). Essa opção também oferece permissões para conversar com modelos 
alimentados por IA generativa. Para ter mais informações, consulte Usar IA generativa com 
modelos básicos.

b. Deixe a opção Habilitar consulta de documentos usando o Amazon Kendra ativada 
para permitir que seus usuários usem modelos de base para consultar documentos 
armazenados em um índice do Amazon Kendra. Em seguida, no menu suspenso, selecione 
os índices existentes aos quais você deseja conceder acesso. Para ter mais informações, 
consulte Usar IA generativa com modelos básicos.

3. (Opcional) Na seção de configuração de permissões de ML Ops, faça o seguinte:

a. Deixe a opção Habilitar implantação direta de modelos do Canvas ativada para dar aos 
usuários permissões para implantar seus modelos do Canvas em um SageMaker endpoint. 
Para obter mais informações sobre a implantação de modelos no Canvas, consulte
Implantar seus modelos em um endpoint.

b. Deixe a opção Habilitar permissões de registro do modelo para todos os usuários ativada 
para dar aos usuários permissões para registrar a versão do SageMaker modelo no registro 
do modelo (ela está ativada por padrão). Para ter mais informações, consulte Registrar uma 
versão do modelo no registro do SageMaker modelo.
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c. Se você deixou a opção Habilitar permissões de registro de modelo para todos os usuários
ativada, selecione Registrar somente no Registro de modelos ou Registrar e aprovar 
modelo no Registro de modelos.

4. (Opcional) Para a seção Configuração de upload de arquivo local, ative a opção Habilitar upload 
de arquivo local para dar aos usuários permissões para fazer upload de arquivos para o Canvas 
a partir de suas máquinas locais. Ativar essa opção anexa uma política de compartilhamento 
de recursos de origem cruzada (CORS) ao bucket do Amazon S3 especificado na configuração 
de armazenamento do Canvas (e substitui qualquer política CORS existente). Para saber 
mais sobre as permissões de upload de arquivos locais, consulteConceder aos seus usuários 
permissões para fazer upload de arquivos locais.

5. (Opcional) Para a seção de configurações do OAuth, faça o seguinte:

a. Escolha Adicionar configuração OAuth.

b. Em Fonte de dados, selecione sua fonte de dados.

c. Em Configuração secreta, selecione Criar um novo segredo e insira as informações que 
você tem do seu provedor de identidade. Se você ainda não fez a configuração inicial do 
OAuth com sua fonte de dados, consulte. Configurar conexões com fontes de dados com o 
OAuth

6. (Opcional) Para a configuração de previsão de séries temporais, deixe a opção Ativar previsão 
de séries temporais ativada para dar aos usuários permissões para fazer previsões de séries 
temporais no SageMaker Canvas (ela está ativada por padrão).

• Se você tiver deixado a opção Habilitar previsão de séries temporais ativada, selecione
Criar e usar uma nova função de execução ou selecione Usar uma função de execução 
existente se você já tiver um perfil do IAM com as permissões necessárias do Amazon 
Forecast anexadas (para obter mais informações, consulte o método de configuração do 
perfil do IAM).

7. Conclua a configuração do restante das configurações do domínio usando os Integração 
personalizada ao Amazon SageMaker Domain usando IAM procedimentos Integração 
personalizada ao Amazon SageMaker Domain usando o IAM Identity Center ou.
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Note

Se você encontrar algum problema ao conceder permissões por meio do console, como 
permissões para eady-to-use modelos R, consulte o tópicoSolução de problemas com a 
concessão de permissões por meio do console SageMaker .

Agora você deve ter um SageMaker domínio configurado e todas as permissões do Canvas 
configuradas.

Você pode editar as permissões do Canvas para um domínio ou um usuário específico após a 
configuração inicial do domínio. As configurações individuais do usuário substituem as configurações 
do domínio. Para saber como visualizar ou editar suas permissões do Canvas nas configurações do 
domínio, consulteExibir e Editar Domínios.

Dar a si mesmo permissões para usar atributos específicos no Canvas

As informações a seguir descrevem as várias permissões que você pode conceder a um usuário 
do Canvas para permitir o uso de vários recursos e funcionalidades dentro do Canvas. Algumas 
dessas permissões podem ser concedidas durante a configuração do domínio, mas algumas exigem 
permissões ou configurações adicionais. Consulte as informações de permissões específicas para 
cada recurso que você deseja ativar:

• Upload de arquivo local. As permissões para upload de arquivos locais são ativadas por padrão 
nas permissões básicas do Canvas ao configurar seu Domínio. Se você não conseguir carregar 
arquivos locais da sua máquina para o SageMaker Canvas, você pode anexar uma política de 
CORS ao bucket do Amazon S3 que você especificou na configuração de armazenamento do 
Canvas. Se você tiver permissão SageMaker para usar o bucket padrão, o bucket seguirá o 
padrão s3://sagemaker-{Region}-{your-account-id} de nomenclatura. Para obter mais 
informações, consulte Conceder permissões aos usuários para fazer upload de arquivos locais.

• Modelos personalizados de previsão de imagem e texto. As permissões para criar modelos 
personalizados de previsão de imagem e texto são ativadas por padrão nas permissões básicas 
do Canvas ao configurar seu Domínio. No entanto, se você tiver uma configuração personalizada 
do IAM e não quiser anexar a AmazonSageMakerCanvasFullAccesspolítica à função de execução 
do IAM do seu usuário, deverá conceder explicitamente ao usuário as permissões necessárias. 
Para ter mais informações, consulte Conceder aos seus usuários permissões para criar modelos 
personalizados de previsão de imagens e textos.
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• eady-to-use Modelos R e modelos básicos. Talvez você queira usar os eady-to-use modelos 
Canvas R para fazer previsões para seus dados. Com as permissões dos eady-to-use modelos 
R, você também pode conversar com modelos generativos alimentados por IA. As permissões 
são ativadas por padrão ao configurar seu Domínio, ou você pode editar as permissões de um 
Domínio que você já criou. A opção de permissões eady-to-use dos modelos Canvas R adiciona 
a ServicesAccess política de AmazonSageMakerCanvasIA à sua função de execução. Para 
obter mais informações, consulte a Conceitos básicos seção da documentação dos eady-to-use 
modelos R.

Para obter mais informações sobre como começar a usar modelos básicos de IA generativa, 
consulteUsar IA generativa com modelos básicos.

• Ajuste os modelos de fundação. Se você quiser ajustar os modelos básicos no Canvas, você 
pode adicionar as permissões ao configurar seu domínio ou editar as permissões do domínio 
ou do perfil de usuário após criar seu domínio. Você deve adicionar a ServicesAccess política 
de AmazonSageMakerCanvasIA à função do AWS IAM que você escolheu ao configurar o 
perfil de usuário e também deve adicionar uma relação de confiança com o Amazon Bedrock 
à função. Para obter instruções sobre como adicionar essas permissões à sua função do IAM, 
consulteConceda permissões aos usuários para ajustar os modelos do Foundation.

• Previsão de séries temporais. Se quiser fazer previsões em dados de séries temporais, você 
pode adicionar permissões de previsão de séries temporais ao configurar seu domínio ou editar 
as permissões de um domínio ou perfil de usuário depois de criar seu domínio. As permissões 
necessárias são a política gerenciada pela AmazonSageMakerCanvasForecastAccess e uma 
relação de confiança com o Amazon Forecast em relação ao perfil do AWS IAM que você escolheu 
ao configurar o perfil do usuário. Para obter instruções sobre como adicionar essas permissões à 
sua perfil do IAM, consulte Conceder permissões aos usuários para realizar previsões de séries 
temporais.

• Envie previsões em lote para a Amazon QuickSight. Talvez você queira enviar previsões em lote, 
ou conjuntos de dados de previsões que você gera a partir de um modelo personalizado, para 
a Amazon QuickSight para análise. Em QuickSight, você pode criar e publicar painéis preditivos 
com seus resultados de previsão. Para obter instruções sobre como adicionar essas permissões à 
função do IAM do seu usuário do Canvas, consulte Conceder permissões aos usuários para enviar 
previsões para a Amazon QuickSight.

• Implante modelos do Canvas em um SageMaker endpoint. SageMakerA hospedagem oferece
endpoints que você pode usar para implantar seu modelo para uso na produção. Você pode 
implantar modelos construídos no Canvas em um SageMaker endpoint e, em seguida, fazer 
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previsões programaticamente em um ambiente de produção. Para ter mais informações, consulte
Implantar seus modelos em um endpoint.

• Registre as versões do modelo no registro de modelos. Talvez você queira registrar versões do 
seu modelo no registro do SageMaker modelo, que é um repositório para rastrear o status das 
versões atualizadas do seu modelo. Um cientista de dados ou uma equipe de MLOps que trabalha 
no registro do SageMaker modelo pode visualizar as versões do seu modelo que você criou e 
aprová-las ou rejeitá-las. Em seguida, eles podem implantar sua versão do modelo na produção 
ou iniciar um fluxo de trabalho automatizado. As permissões de registro de modelos são ativadas 
por padrão para seu Domínio. Você pode gerenciar permissões no nível do perfil do usuário e 
conceder ou remover permissões para usuários específicos. Para ter mais informações, consulte
Registrar uma versão do modelo no registro do SageMaker modelo.

• Colaboração com cientistas de dados. Se quiser colaborar com usuários do Studio Classic e 
compartilhar modelos, você deve adicionar permissões adicionais à função do AWS IAM que você 
escolheu ao configurar o perfil do usuário. Para obter instruções sobre como adicionar a política à 
função, consulte Conceder permissões aos usuários para colaborar com o Studio Classic.

• Importe dados do Amazon Redshift. Se quiser importar dados do Amazon Redshift, você 
deve dar a si mesmo permissões adicionais. Você deve adicionar a política gerenciada pela
AmazonRedshiftFullAccess ao perfil do AWS IAM escolhido ao configurar o perfil do usuário. 
Para obter instruções sobre como adicionar a política ao perfil, consulte Conceder permissões aos 
usuários para importar dados do Amazon Redshift.

Note

As permissões necessárias para importar por meio de outras fontes de dados, 
como Amazon Athena e plataformas SaaS, estão incluídas nas políticas e.
AmazonSageMakerFullAccessAmazonSageMakerCanvasFullAccess Se você seguiu as 
instruções de configuração padrão, essas políticas já devem estar anexadas ao seu perfil 
de execução. Para obter mais informações sobre essas fontes de dados e suas permissões, 
consulte Conectar-se à fonte de dados.

Etapa 1: Faça login no SageMaker Canvas

Quando a configuração inicial estiver concluída, você poderá acessar o SageMaker Canvas com 
qualquer um dos seguintes métodos, dependendo do seu caso de uso:
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• No SageMaker console, escolha o Canvas no painel de navegação esquerdo. Em seguida, na 
página Canvas, selecione seu usuário no menu suspenso e inicie o aplicativo Canvas.

• Abra o SageMaker Studio e, na interface do Studio, acesse a página Canvas e inicie o aplicativo 
Canvas.

• Use os métodos de SSO baseados em SAML 2.0 da sua organização, como o Okta ou o IAM 
Identity Center.

Quando você faz login no SageMaker Canvas pela primeira vez, há uma mensagem de boas-vindas 
com links rápidos para ajudá-lo a começar a usar os principais recursos do Canvas.

Se você fechar essa mensagem, poderá revisitá-la a qualquer momento escolhendo o botão Ajuda
no painel de navegação esquerdo do aplicativo.

Etapa 2: Use o SageMaker Canvas para obter previsões

Após fazer login no Canvas, você pode começar a criar modelos e gerar previsões para seus dados.

Você pode usar eady-to-use os modelos Canvas R para fazer previsões sem criar um modelo ou 
criar um modelo personalizado para seu problema comercial específico. Analise as informações a 
seguir para decidir se eady-to-use os modelos R ou modelos personalizados são os melhores para 
seu caso de uso.

• eady-to-use Modelos R. Com eady-to-use os modelos R, você pode usar modelos pré-criados para 
extrair insights dos seus dados. Os eady-to-use modelos R abrangem uma variedade de casos de 
uso, como detecção de linguagem e análise de documentos. Para começar a fazer previsões com 
eady-to-use modelos R, consulteUse eady-to-use modelos R.

• Modelos personalizados. Com modelos personalizados, você pode criar uma variedade de tipos 
de modelos personalizados para fazer previsões para seus dados. Use modelos personalizados se 
quiser criar um modelo treinado com base nos dados específicos da sua empresa e se quiser usar 
atributos como colaborar com cientistas de dados e avaliar o desempenho do seu modelo. Para 
começar a criar um modelo personalizado, consulte Usar modelos personalizados.
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Você também pode trazer seu próprio modelo (BYOM) de outros recursos. SageMaker Um usuário 
do Amazon SageMaker Studio pode compartilhar seu modelo com um usuário do Canvas, e o 
usuário do Canvas pode gerar previsões com o modelo. Para saber mais, consulte Traga seu próprio 
modelo para o SageMaker Canvas.

Configurando e gerenciando o Amazon SageMaker Canvas (para 
administradores de TI)

É possível usar as informações desta seção para ajudar seus usuários a fazer o seguinte:

• Opcional: conceda aos usuários permissões para fazer upload de seus arquivos localmente.

• Configure o Okta SSO para seus usuários.

• Atualize o SageMaker Canvas.

• Limpe ou exclua a instalação do SageMaker Canvas.

• Opcional: configure o Amazon Forecast para que os usuários possam fazer previsões de séries 
temporais.

• Opcional: configurar uma Amazon Virtual Private Cloud.

• Opcional: criptografe dados usando AWS Key Management Service.

• Opcional: conceda aos seus usuários permissões para importar dados do Amazon Redshift.

Você também pode configurar o SageMaker Canvas para seus usuários comAWS CloudFormation. 
Para obter mais informações, consulte AWS::SageMaker: :App no Guia do AWS CloudFormation 
usuário.

Tópicos

• Conceder aos seus usuários permissões para fazer upload de arquivos locais

• Configure o SageMaker Canvas para seus usuários

• Configurar seu armazenamento do Amazon S3

• Conceder permissões para armazenamento do Amazon S3 entre contas

• Criptografe seus dados do SageMaker Canvas com AWS KMS

• Conceder aos seus usuários permissões para criar modelos personalizados de previsão de 
imagens e textos

• Conceder aos seus usuários permissões para realizar previsões de séries temporais
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• Conceda permissões aos usuários para ajustar os modelos do Foundation

• Atualize o SageMaker Canvas para seus usuários

• Solicitar um aumento da cota

• Conceder permissões aos usuários para importar dados do Amazon Redshift

• Conceda permissões aos usuários para colaborar com o Studio Classic

• Conceda aos seus usuários permissões para enviar previsões para a Amazon QuickSight

• Gerenciar aplicativos

• Configurar o Amazon SageMaker Canvas em uma VPC sem acesso à Internet

• Configurar conexões com fontes de dados com o OAuth

Conceder aos seus usuários permissões para fazer upload de arquivos locais

Se seus usuários estiverem fazendo upload de arquivos de suas máquinas locais para o SageMaker 
Canvas, você deve anexar uma configuração CORS (compartilhamento de recursos de origem 
cruzada) ao bucket do Amazon S3 que eles estão usando. Ao configurar o SageMaker domínio 
ou perfil de usuário, você pode especificar uma localização personalizada do Amazon S3 ou a 
localização padrão, que é um bucket Amazon SageMaker S3 criado com um nome que usa o 
seguinte padrão:. s3://sagemaker-{Region}-{your-account-id} SageMaker O Canvas 
adiciona os dados dos seus usuários ao bucket sempre que eles fazem upload de um arquivo.

Para conceder aos usuários permissões para fazer upload de arquivos locais no bucket, você pode 
anexar uma configuração de CORS a ele usando um dos procedimentos a seguir. Você pode usar 
o primeiro método ao configurar seu domínio ou editar as configurações de domínio existentes, 
permitindo que você anexe SageMaker a configuração do CORS ao bucket para você. O segundo 
método é o método manual, no qual você mesmo pode anexar a configuração do CORS ao bucket.

Método de configuração de domínio

Para conceder aos seus usuários permissões para fazer upload de arquivos locais, você pode 
escolher Habilitar permissões do Canvas ao configurar seu domínio. Isso anexa uma configuração 
Cross-Origin Resource Sharing (CORS) ao bucket Amazon S3 da configuração de armazenamento 
do Canvas e concede a todos os usuários no domínio permissão para carregar arquivos locais 
no Canvas. SageMaker Por padrão, a opção de permissões é ativada quando você configura um 
domínio, mas você pode desativá-la se não quiser conceder permissão aos usuários para fazer 
upload de arquivos.

Configurando e gerenciando o Amazon SageMaker Canvas (para administradores de TI) 730



Amazon SageMaker Guia do Desenvolvedor

Note

Se você tiver uma configuração CORS existente no bucket do Amazon S3 de configuração 
de armazenamento, ativar a opção Habilitar permissões do Canvas substituirá a configuração 
existente pela nova configuração.

O procedimento a seguir mostra como você pode ativar essa opção ao fazer uma Configuração 
rápida para seu domínio no console.

1. Na seção Perfil do usuário, insira um nome para o usuário.

2. Selecione um perfil de execução para o usuário.

3. Ative as permissões Ativar o SageMaker Canvas. (Esta opção é ativada por padrão.)

4. Concluir a configuração do domínio.

Se você estiver fazendo uma configuração padrão para seu domínio, use o procedimento a seguir na 
seção de configurações do Canvas para ativar o upload de arquivos locais.

1. Para Habilitar e configurar permissões do Canvas, selecione Upload de arquivo local. (Já está 
marcada por padrão.)

2. Escolha Próximo.

3. Concluir a configuração do domínio.

Seus usuários agora podem carregar arquivos locais em seu aplicativo SageMaker Canvas.

Você também pode ativar ou desativar as permissões de upload locais para um domínio existente 
usando o procedimento a seguir.

1. Acesse o  SageMaker console da Amazon.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. A partir da lista Domínios, selecione seu Domínio.

5. Na página Configurações do domínio, escolha a aba Configurações do domínio.

6. Selecione a opção Editar.

7. No painel de navegação, escolha Configurações do Canvas.
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8. Selecione ou desmarque Habilitar upload de arquivo local.

9. Conclua todas as outras modificações que você queira fazer no domínio e escolha Enviar para 
enviar suas alterações.

Método de bucket do Amazon S3

Se você quiser anexar manualmente a configuração do CORS ao bucket do SageMaker Amazon S3, 
use o procedimento a seguir.

1. Faça login em https://console.aws.amazon.com/s3/.

2. Escolha o bucket. Se seu domínio usa o bucket padrão SageMaker criado, o nome do bucket 
usa o seguinte padrão:s3://sagemaker-{Region}-{your-account-id}.

3. Escolha Permissões.

4. Navegue para Compartilhamento de recursos de origem cruzada (CORS).

5. Selecione a opção Editar.

6. Adicione a política do CORS a seguir:

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "POST" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [] 
    }
] 
    

7. Escolha Salvar alterações.

No procedimento anterior, a política do CORS deve ter "POST" listado sob AllowedMethods.

Após passar pelo procedimento, você deve ter:
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• Um perfil do IAM atribuído a cada um dos seus usuários.

• Permissões de tempo de execução do Amazon SageMaker Studio Classic para cada um dos 
seus usuários. SageMaker O Canvas usa o Studio Classic para executar os comandos de seus 
usuários.

• Se os usuários estiverem fazendo upload de arquivos de suas máquinas locais, uma política de 
CORS será anexada ao bucket do Amazon S3.

Se seus usuários ainda não conseguirem carregar os arquivos locais após a atualização da política 
do CORS, o navegador pode estar armazenando em cache as configurações do CORS de uma 
tentativa anterior de upload. Se eles tiverem problemas, instrua-os a limpar o cache do navegador e 
tentar novamente.

Configure o SageMaker Canvas para seus usuários

Para configurar o Amazon SageMaker Canvas, faça o seguinte:

• Crie um SageMaker domínio da Amazon.

• Crie perfis de usuário para o domínio

• Configure a autenticação única do Okta (Okta SSO, Single Sign On) para seus usuários.

• Ative o compartilhamento de links para modelos.

Use o Okta Single-Sign On (Okta SSO) para conceder aos seus usuários acesso ao Amazon 
Canvas. SageMaker SageMaker O Canvas oferece suporte aos métodos SAML 2.0 SSO. As seções 
a seguir orientam você pelos procedimentos para configurar o Okta SSO.

Para configurar um domínio, consulte Integrar o Amazon SageMaker Runtime Studio usando o IAM. 
Você pode usar as seguintes informações para ajudar a concluir o procedimento na seção:

• Você pode ignorar a etapa de criação de projetos.

• Não é necessário fornecer acesso a buckets adicionais do Amazon S3. Seus usuários podem usar 
o bucket padrão que fornecemos quando criamos uma função.

• Para conceder aos usuários acesso para compartilhar seus cadernos com cientistas de dados, 
ative a Configuração de compartilhamento do caderno.

• Use o Amazon SageMaker Studio Classic versão 3.19.0 ou posterior. Para obter informações 
sobre a atualização do Amazon SageMaker Studio Classic, consulteDesligue e atualize o 
SageMaker Studio Classic.
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Utilize o procedimento a seguir para configurar o Okta. Para todos os procedimentos a seguir, você 
especifica a mesmo perfil do IAM para IAM-role.

Adicione o aplicativo SageMaker Canvas ao Okta

Configure o método de login para o Okta.

1. Faça login no painel de administração do Okta.

2. Escolha Adicionar aplicação. Pesquise por Federação de contas da AWS.

3. Escolha Adicionar.

4. Opcional: altere o nome para Amazon SageMaker Canvas.

5. Escolha Próximo.

6. Escolha SAML 2.0 como o método de autenticação.

7. Escolha Metadados do provedor de identidade para abrir o arquivo XML de metadados. Salve o 
arquivo localmente.

8. Escolha Concluído.

Configurar federação de ID no IAM

AWS Identity and Access Management (IAM) é o serviço da AWS que você usa para obter acesso à 
sua AWS conta. Você obtém acesso à AWS por meio de uma conta do IAM.

1. Faça login no console do AWS.

2. Escolha AWS Identity and Access Management (IAM).

3. Escolha Provedores de identidades.

4. Escolha Criar provedor.

5. Para Configurar provedor, especifique o seguinte:

• Tipo de provedor: na lista suspensa, escolha SAML.

• Nome do provedor: especifique Okta.

• Documento de metadados: faça o upload do documento XML que você salvou localmente a 
partir da etapa 7 de Adicione o aplicativo SageMaker Canvas ao Okta.

6. Encontre seu provedor de identidades em Provedores de identidades. Copie o valor do ARN do 
provedor.

7. Em Perfis, escolha a perfil do IAM que você está usando para acessar o Okta SSO.
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8. Sob Relações de confiança do perfil do IAM, escolha Editar relação de confiança.

9. Modifique a política de relacionamento de confiança do IAM especificando o valor do ARN do 
provedor que você copiou e adicione a seguinte política:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Federated": "arn:aws:iam::123456789012:saml-provider/Okta" 
      }, 
      "Action": [ 
        "sts:AssumeRoleWithSAML", 
        "sts:SetSourceIdentity", 
        "sts:TagSession" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "SAML:aud": "https://signin.aws.amazon.com/saml" 
        } 
      } 
    } 
  ]
}  
   

10. Para Permissões, adicione a seguinte política:

{ 
   "Version": "2012-10-17", 
   "Statement": [ 
       { 
           "Sid": "AmazonSageMakerPresignedUrlPolicy", 
           "Effect": "Allow", 
           "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:CreatePresignedDomainUrlWithPrincipalTag" 
           ], 
           "Resource": "*" 
      } 
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  ]
} 
   

Configurar o SageMaker Canvas no Okta

Configure o Amazon SageMaker Canvas no Okta usando o procedimento a seguir.

Para configurar o Amazon SageMaker Canvas para usar o Okta, siga as etapas nesta seção. Você 
deve especificar nomes de usuário exclusivos para cada SageMakerStudioProfileNamecampo. 
Por exemplo, você pode usar user.login como um valor. Se o nome de usuário for diferente do 
nome do perfil do SageMaker Canvas, escolha um atributo de identificação exclusivo diferente. Por 
exemplo, você pode usar o número de identificação de um funcionário para o nome do perfil.

Para ver um exemplo de valores que você pode definir para Atributos, consulte o código a seguir ao 
procedimento.

1. Em Diretório, escolha Grupos.

2. Adicione um grupo com o seguinte padrão: sagemaker#canvas#IAM-role#AWS-account-
id.

3. No Okta, abra a configuração de integração da aplicação Federação de contas da AWS.

4. Selecione Sign On (autenticação do acesso) para a aplicação de Federação de contas da AWS.

5. Escolha Editar e especifique o seguinte:

• SAML 2.0

• Estado de retransmissão padrão — https://Region .console.aws.amazon.com/
sagemaker/home? region= Region #/studio/canvas/open/. StudioId Você 
pode encontrar o ID do Studio Classic no console: https://console.aws.amazon.com/ 
sagemaker/

6. Selecione Atributos.

7. Nos SageMakerStudioProfileNamecampos, especifique valores exclusivos para cada nome de 
usuário. Os nomes de usuário devem corresponder aos nomes de usuário que você criou no 
console da AWS.

Attribute 1:
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Name: https://aws.amazon.com/SAML/Attributes/
PrincipalTag:SageMakerStudioUserProfileName  
Value: ${user.login}

Attribute 2:
Name: https://aws.amazon.com/SAML/Attributes/TransitiveTagKeys
Value: {"SageMakerStudioUserProfileName"} 
    

8. Selecione Tipo de ambiente. Escolha AWS Regular.

• Se o tipo de ambiente não estiver listado, você poderá definir o URL do ACS no campo URL 
do ACS. Se o tipo de ambiente estiver listado, não será preciso inserir o URL do ACS

9. Para o ARN do provedor de identidades, especifique o ARN usado na etapa 6 do procedimento 
anterior.

10. Especifique a Duração da sessão.

11. Escolha Participar de todos os perfis.

12. Ative a Usar mapeamento de grupos especificando os seguintes campos:

• Filtro de aplicativos: okta

• Filtro de grupo: ^aws\#\S+\#(?IAM-role[\w\-]+)\#(?accountid\d+)$

• Padrão de valor do perfil: arn:aws:iam::$accountid:saml-provider/
Okta,arn:aws:iam::$accountid:role/IAM-role

13. Escolha Salvar/Próximo.

14. Em Atribuições, atribua a aplicação ao grupo que você criou.

Adicione políticas opcionais sobre controle de acesso no IAM

No IAM, você pode aplicar a política a seguir ao usuário administrador que cria os perfis de usuário.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "CreateSageMakerStudioUserProfilePolicy", 
            "Effect": "Allow", 
            "Action": "sagemaker:CreateUserProfile", 
            "Resource": "*", 
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            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:TagKeys": [ 
                        "studiouserid" 
                    ] 
                } 
            } 
        } 
    ]
} 
    

Se você optar por adicionar a política anterior ao usuário administrador, deverá usar as seguintes 
permissões de Configurar federação de ID no IAM.

{ 
   "Version": "2012-10-17", 
   "Statement": [ 
       { 
           "Sid": "AmazonSageMakerPresignedUrlPolicy", 
           "Effect": "Allow", 
           "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:CreatePresignedDomainUrlWithPrincipalTag" 
           ], 
           "Resource": "*", 
           "Condition": { 
                  "StringEquals": { 
                      "sagemaker:ResourceTag/studiouserid": "${aws:PrincipalTag/
SageMakerStudioUserProfileName}" 
                 } 
            } 
      } 
  ]
} 
    

Configurar seu armazenamento do Amazon S3

Quando você configura seu aplicativo SageMaker Canvas, o local de armazenamento padrão para 
artefatos do modelo, conjuntos de dados e outros dados do aplicativo é um bucket do Amazon S3 
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criado pelo Canvas. Esse bucket padrão do Amazon S3 segue o padrão de nomenclatura s3://
sagemaker-{Region}-{your-account-id} e existe na mesma região da aplicação do Canvas.

No entanto, você pode personalizar o local de armazenamento e especificar seu próprio bucket do 
Amazon S3 para armazenar dados da aplicação do Canvas. Talvez você queira usar seu próprio 
bucket do Amazon S3 para armazenar dados de aplicações por qualquer um dos seguintes motivos:

• Sua organização tem convenções de nomenclatura internas para buckets do Amazon S3.

• Você deseja habilitar o acesso entre contas a artefatos do modelo ou outros dados do Canvas.

• Você quer estar em conformidade com as diretrizes de segurança internas, como restringir os 
usuários a buckets ou artefatos de modelo específicos do Amazon S3.

• Você quer maior visibilidade e acesso aos registros produzidos pelo Canvas, independentemente 
do AWS console ou do SageMaker Studio Classic.

Ao especificar seu próprio bucket do Amazon S3, você pode ter maior controle sobre seu próprio 
armazenamento e estar em conformidade com sua organização.

Para começar, você pode criar um novo SageMaker domínio ou perfil de usuário ou atualizar um 
domínio ou perfil de usuário existente. Observe que as configurações do perfil do usuário substituem 
as configurações no nível do domínio. Por exemplo, você pode usar a configuração padrão do 
bucket no nível do domínio, mas você pode especificar um bucket personalizado do Amazon S3 para 
um usuário individual. Após especificar seu próprio bucket do Amazon S3 para o domínio ou perfil 
de usuário, o Canvas cria uma subpasta chamada Canvas/<UserProfileName> sob o URI de 
entrada do Amazon S3 e salva todos os artefatos gerados na aplicação do Canvas nessa subpasta.

Important

Se você atualizar um domínio ou perfil de usuário existente, não terá mais acesso aos 
artefatos do Canvas do local anterior. Seus arquivos ainda estão na antiga localidade do 
Amazon S3, mas você não pode mais visualizá-los no Canvas. A nova configuração entrará 
em vigor na próxima vez que você fizer login na aplicação.

Para obter mais informações sobre a concessão de acesso entre contas ao seu bucket do Amazon 
S3, consulte Conceder permissões de objetos entre contas no Guia do usuário do Amazon S3.

As seções a seguir descrevem como especificar um bucket personalizado do Amazon S3 para sua 
configuração de armazenamento do Canvas. Se você estiver configurando um novo SageMaker 
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domínio (ou um novo usuário em um domínio), use o Novo método de configuração de domínio ou
Novo método de configuração de perfil de usuário o. Se você tem um perfil de usuário do Canvas 
existente e gostaria de atualizar a configuração de armazenamento do perfil, use Método de usuário 
existente.

Antes de começar

Se você estiver especificando um URI do Amazon S3 de uma conta da AWS diferente ou se 
estiver usando um bucket criptografado com AWS KMS, deverá configurar as permissões antes de 
continuar. Você deve conceder permissões do AWS IAM para garantir que o Canvas possa baixar e 
carregar objetos de e para o seu bucket. Para obter informações detalhadas sobre como conceder as 
permissões necessárias, consulte Conceder permissões para armazenamento do Amazon S3 entre 
contas.

Além disso, o URI final do Amazon S3 para a pasta de treinamento em seu local de armazenamento 
do Canvas deve ter 128 caracteres ou menos. O URI final do Amazon S3 consiste no caminho 
do seu bucket s3://<your-bucket-name>/<folder-name>/ mais o caminho que o Canvas 
adiciona ao seu bucket: Canvas/<user-profile-name>/Training. Por exemplo, um caminho 
aceitável com menos de 128 caracteres é s3://<my-bucket>/<machine-learning>/Canvas/
<user-1>/Training.

Novo método de configuração de domínio

Se você estiver configurando um novo Domínio e aplicação do Canvas, use esta seção para 
configurar o local de armazenamento no nível do domínio. Essa configuração se aplica a 
todos os novos usuários que você cria no Domínio, a menos que você especifique um local de 
armazenamento diferente para perfis de usuário individuais.

Se você estiver fazendo uma configuração padrão para seu domínio, use o procedimento a seguir na 
seção de configurações do Canvas:

1. Para a configuração de armazenamento do Canvas, faça o seguinte:

a. Selecione Sistema gerenciado se quiser definir o local como o bucket SageMaker criado 
padrão que segue o padrãos3://sagemaker-{Region}-{your-account-id}.

b. Selecione Custom S3 para especificar seu próprio bucket do Amazon S3 como local de 
armazenamento. Em seguida, insira o URI do Amazon S3.

c. (Opcional) Para Chave de criptografia, especifique uma chave do KMS para criptografar 
artefatos do Canvas armazenados no local especificado.
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2. Conclua a configuração do domínio e escolha Enviar.

Seu domínio agora está configurado para usar a localização do Amazon S3 que você especificou 
para o armazenamento do aplicativo SageMaker Canvas.

Novo método de configuração de perfil de usuário

Se você estiver configurando um novo perfil de usuário em seu domínio, use esta seção para 
configurar o local de armazenamento do usuário. Essa configuração substitui a configuração no nível 
do domínio.

Ao adicionar um perfil de usuário ao seu domínio, use o seguinte procedimento para a seção de
configurações do Canvas:

1. Para a configuração de armazenamento do Canvas, faça o seguinte:

a. Selecione Sistema gerenciado se quiser definir o local como o bucket SageMaker criado 
padrão que segue o padrãos3://sagemaker-{Region}-{your-account-id}.

b. Selecione Custom S3 para especificar seu próprio bucket do Amazon S3 como local de 
armazenamento. Em seguida, insira o URI do Amazon S3.

c. (Opcional) Para Chave de criptografia, especifique uma chave do KMS para criptografar 
artefatos do Canvas armazenados no local especificado.

2. Conclua a configuração do perfil de usuário e escolha Enviar.

Seu perfil de usuário agora está configurado para usar a localização do Amazon S3 que você 
especificou para o armazenamento do aplicativo SageMaker Canvas.

Método de usuário existente

Se você já tem um perfil de usuário do Canvas e gostaria de atualizar o local de armazenamento do 
Amazon S3, você pode editar as configurações do SageMaker domínio ou do perfil do usuário. A 
alteração entrará em vigor na próxima vez que você fizer login na aplicação do Canvas.

Note

Quando você altera o local de armazenamento de uma aplicação do Canvas existente, você 
perde o acesso aos artefatos do Canvas do local de armazenamento anterior. Seus arquivos 
ainda estão no antigo local do Amazon S3, mas você não pode mais visualizá-los no Canvas.
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Lembre-se de que as configurações do perfil do usuário substituem as configurações gerais do 
domínio, portanto, você pode atualizar o local de armazenamento do Amazon S3 para perfis de 
usuário específicos sem alterá-lo para todos os usuários. Você pode atualizar a configuração de 
armazenamento de um domínio ou usuário existente usando os procedimentos a seguir.

Update an existing Domain

Use o procedimento a seguir para atualizar a configuração de armazenamento de um domínio.

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. A partir da lista Domínios, selecione seu Domínio.

5. Na página Configurações do domínio, escolha a aba Configurações do domínio.

6. Selecione a opção Editar.

7. No painel de navegação, escolha Configurações do Canvas.

8. Para a configuração de armazenamento do Canvas, faça o seguinte:

a. Selecione Sistema gerenciado se quiser definir o local como o bucket SageMaker criado 
padrão que segue o padrãos3://sagemaker-{Region}-{your-account-id}.

b. Selecione Custom S3 para especificar seu próprio bucket do Amazon S3 como local de 
armazenamento. Em seguida, insira o URI do Amazon S3.

c. (Opcional) Para Chave de criptografia, especifique uma chave do KMS para criptografar 
artefatos do Canvas armazenados no local especificado.

9. Conclua todas as outras modificações que você deseja fazer no domínio e escolha Enviar
para salvar suas alterações.

Update an existing user profile

Use o procedimento a seguir para atualizar a configuração de armazenamento de um perfil de 
usuário.

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. A partir da lista Domínios, selecione seu Domínio.
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5. A partir da lista de usuários no Domínio, selecione o usuário cuja configuração você deseja 
editar.

6. Na página Detalhes do usuário, selecione Editar.

7. No painel de navegação, escolha Configurações do Canvas.

8. Para a configuração de armazenamento do Canvas, faça o seguinte:

a. Selecione Sistema gerenciado se quiser definir o local como o bucket SageMaker criado 
padrão que segue o padrãos3://sagemaker-{Region}-{your-account-id}.

b. Selecione Custom S3 para especificar seu próprio bucket do Amazon S3 como local de 
armazenamento. Em seguida, insira o URI do Amazon S3.

c. (Opcional) Para Chave de criptografia, especifique uma chave do KMS para criptografar 
artefatos do Canvas armazenados no local especificado.

9. Conclua todas as outras modificações que você deseja fazer no perfil do usuário e escolha
Enviar para salvar suas alterações.

O local de armazenamento do seu perfil de usuário do Canvas agora deve estar atualizado. Na 
próxima vez que você fizer login na aplicação do Canvas, receberá uma notificação de que o local de 
armazenamento foi atualizado. Você perde o acesso a quaisquer artefatos anteriores que você criou 
no Canvas. Você ainda pode acessar os arquivos no Amazon S3, mas não pode mais visualizá-los 
no Canvas.

Conceder permissões para armazenamento do Amazon S3 entre contas

Ao configurar seu SageMaker domínio ou perfil de usuário para que os usuários acessem o 
SageMaker Canvas, você especifica um local de armazenamento do Amazon S3 para artefatos do 
Canvas. Esses artefatos incluem cópias salvas de seus conjuntos de dados de entrada, artefatos 
de modelo, previsões e outros dados da aplicação. Você pode usar o bucket Amazon S3 padrão 
SageMaker criado ou personalizar o local de armazenamento e especificar seu próprio bucket para 
armazenar dados do aplicativo Canvas.

Você pode especificar um bucket do Amazon S3 em outra conta da AWS para armazenar seus 
dados do Canvas, mas primeiro você deve conceder permissões entre contas para que o Canvas 
possa acessar o bucket.

As seções a seguir descrevem como conceder permissões ao Canvas para carregar e baixar objetos 
de e para um bucket do Amazon S3 em outra conta. Há permissões adicionais para quando seu 
bucket é criptografado com AWS KMS.
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Requisitos

Antes de começar, reveja os seguintes requisitos:

• Os buckets do Amazon S3 entre contas (e quaisquer chaves do AWS KMS associadas) devem 
estar na mesma região da AWS que o domínio de usuário ou perfil de usuário do Canvas.

• O URI final do Amazon S3 para a pasta de treinamento em seu local de armazenamento do 
Canvas deve ter 128 caracteres ou menos. O URI final do S3 consiste no caminho do seu bucket
s3://<your-bucket-name>/<folder-name>/ mais o caminho que o Canvas adiciona ao seu 
bucket: Canvas/<user-profile-name>/Training. Por exemplo, um caminho aceitável com 
menos de 128 caracteres é s3://<my-bucket>/<machine-learning>/Canvas/<user-1>/
Training.

Permissões para buckets do Amazon S3 entre contas

A seção a seguir descreve as etapas básicas para conceder as permissões necessárias para que 
o Canvas possa acessar seu bucket do Amazon S3 em outra conta. Para obter instruções mais 
detalhadas, consulte o Exemplo 2: Concessão de permissões de bucket entre contas no Guia do 
usuário do Amazon S3.

1. Crie um bucket do Amazon S3, bucketA, na Conta A.

2. O usuário do Canvas existe em outra conta chamada Conta B. Nas etapas a seguir, nos 
referimos ao perfil do IAM do usuário do Canvas como roleB na Conta B.

Dê permissão ao perfil do IAM roleB na Conta B para baixar (GetObject) e carregar 
(PutObject) objetos de e para bucketA na Conta A anexando uma política do IAM.

Para limitar o acesso a uma pasta de bucket específica, defina o nome da pasta no elemento 
de recurso, como arn:aws:s3:::<bucketA>/FolderName/*. Para obter mais informações, 
consulte Como posso usar as políticas do IAM para conceder acesso específico ao usuário a 
pastas específicas?

Note

Ações no nível do bucket, como GetBucketCors e GetBucketLocation, devem ser 
adicionadas aos recursos no nível do bucket, não às pastas.
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O exemplo de política do IAM a seguir concede as permissões necessárias para roleB acessar 
objetos embucketA:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::bucketA/FolderName/*", 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::bucketA", 
            ] 
        } 
    ]
}

3. Configure a política de bucket para bucketA na Conta A para conceder permissões ao perfil do 
IAM roleB na Conta B.

Note

Os administradores também devem desativar o Bloqueio de todo o acesso público na 
seção Permissões do bucket.
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Veja a seguir um exemplo de política de bucket para bucketA conceder as permissões 
necessárias para roleB:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::accountB:role/roleB" 
            }, 
            "Action": [ 
                "s3:DeleteObject", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": "arn:aws:s3:::bucketA/FolderName/*" 
        }, 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::accountB:role/roleB" 
            }, 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": "arn:aws:s3:::bucketA" 
        } 
    ]
}

Após configurar as permissões anteriores, seu perfil de usuário do Canvas na Conta B agora pode 
usar o bucket do Amazon S3 na Conta A como local de armazenamento para artefatos do Canvas.

Permissões para buckets do Amazon S3 entre contas criptografadas com AWS KMS

O procedimento a seguir mostra como conceder as permissões necessárias para que o Canvas 
possa acessar seu bucket do Amazon S3 em outra conta criptografada com AWS KMS. As etapas 
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são semelhantes ao procedimento acima, mas com permissões adicionais. Para obter mais 
informações sobre como conceder acesso a uma chave do KMS, consulte Permitir que usuários de 
outras contas usem uma chave do KMS no Guia do desenvolvedor do AWS KMS.

1. Crie um bucket do Amazon S3 bucketA e uma chave do KMS s3KmsInAccountA do Amazon 
S3 na Conta A.

2. O usuário do Canvas existe em outra conta chamada Conta B. Nas etapas a seguir, nos 
referimos ao perfil do IAM do usuário do Canvas como roleB na Conta B.

Dê permissão ao perfil do IAM roleB na Conta B para fazer o seguinte:

• Fazer download (GetObject) e upload (PutObject) de objetos do bucketA na Conta A.

• Acessar a chave do AWS KMS s3KmsInAccountA na Conta A.

O exemplo de política do IAM a seguir concede as permissões necessárias para roleB acessar 
objetos no bucketA e usar a chave do KMS s3KmsInAccountA:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::bucketA/FolderName/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::bucketA" 
            ] 
        }, 
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        { 
            "Action": [ 
                "kms:DescribeKey", 
                "kms:CreateGrant", 
                "kms:RetireGrant", 
                "kms:GenerateDataKey", 
                "kms:GenerateDataKeyWithoutPlainText", 
                "kms:Decrypt" 
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:kms:{region}:accountA:key/s3KmsInAccountA" 
        } 
    ]
}

3. Configure a política de bucket bucketA e a política de chave s3KmsInAccountA na Conta A 
para conceder permissões ao perfil do IAM roleB na Conta B.

Veja a seguir um exemplo de política de bucket para bucketA conceder as permissões 
necessárias para roleB:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::accountB:role/roleB" 
            }, 
            "Action": [ 
                "s3:DeleteObject", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": "arn:aws:s3:::bucketA/FolderName/*" 
        }, 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::accountB:role/roleB" 
            }, 
            "Action": [ 
                "s3:GetBucketCors", 
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                "s3:GetBucketLocation" 
            ], 
            "Resource": "arn:aws:s3:::bucketA" 
        } 
    ]
}

O exemplo a seguir é uma política de chave que você anexa à chave do KMS
s3KmsInAccountA na Conta A para conceder acesso a roleB. Para obter mais informações 
sobre como criar e anexar uma declaração de política de chave, consulte Criar uma política de 
chave no Guia do desenvolvedor do AWS KMS.

{ 
  "Sid": "Allow use of the key", 
  "Effect": "Allow", 
  "Principal": { 
    "AWS": [ 
      "arn:aws:iam::accountB:role/roleB" 
    ] 
  }, 
  "Action": [ 
        "kms:DescribeKey", 
        "kms:CreateGrant", 
        "kms:RetireGrant", 
        "kms:GenerateDataKey", 
        "kms:GenerateDataKeyWithoutPlainText", 
        "kms:Decrypt" 
  ], 
  "Resource": "*"
} 

Após configurar as permissões anteriores, seu perfil de usuário do Canvas na Conta B agora deve 
ser capaz de usar um bucket criptografado do Amazon S3 na Conta A como local de armazenamento 
para artefatos do Canvas.

Criptografe seus dados do SageMaker Canvas com AWS KMS

Você pode ter dados que deseja criptografar ao usar o Amazon SageMaker Canvas, como 
informações privadas da sua empresa ou dados de clientes. SageMaker O Canvas usa AWS Key 
Management Service para proteger seus dados. AWS KMSé um serviço que você pode usar para 
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criar e gerenciar chaves criptográficas para criptografar seus dados. Para obter mais informações 
sobre as AWS KMS, consulte AWS Key Management Service no Guia do desenvolvedor do AWS 
KMS.

O Amazon SageMaker Canvas oferece várias opções para criptografar seus dados. SageMaker 
O Canvas fornece criptografia padrão dentro do aplicativo para tarefas como criar seu modelo e 
gerar insights. Você também pode optar por criptografar dados armazenados no Amazon S3 para 
proteger seus dados em repouso. SageMaker O Canvas suporta a importação de conjuntos de 
dados criptografados, para que você possa estabelecer um fluxo de trabalho criptografado. As 
seções a seguir descrevem como você pode usar a AWS KMS criptografia para proteger seus dados 
ao criar modelos com o SageMaker Canvas.

Criptografe seus dados no Canvas SageMaker

Com o SageMaker Canvas, você pode usar duas chaves de AWS KMS criptografia diferentes 
para criptografar seus dados no SageMaker Canvas, que você pode especificar ao configurar 
seu domínio. Essas duas chaves podem ser iguais ou diferentes. SageMaker O Canvas usa uma 
chave para armazenamento temporário de aplicativos, visualizações ou propósitos computacionais 
(como criar modelos). Você pode usar a chave gerenciada pela AWS padrão ou especificar a sua 
própria. Você também pode especificar uma chave opcional que o SageMaker Canvas usa para 
armazenamento de longo prazo de objetos de modelo e conjuntos de dados, que são armazenados 
no bucket SageMaker S3 padrão da região para sua conta.

Pré-requisitos

Para usar sua própria chave do KMS para qualquer uma das finalidades descritas anteriormente, 
você deve primeiro conceder permissão ao perfil do IAM do usuário para usar a chave. Em seguida, 
você pode especificar a chave do KMS ao configurar seu domínio.

A maneira mais simples de conceder permissão à sua função para usar a chave é modificar a política 
de chave. Use o procedimento a seguir para conceder ao seu perfil as permissões necessárias.

1. Abra o console de AWS KMS.

2. Na seção Key Policy (Política de chave), selecione Switch to policy view (Alternar para 
visualização de política).

3. Modifique a política da chave para conceder permissões para as ações
kms:GenerateDataKey e kms:Decrypt ao perfil do IAM. É possível adicionar uma instrução 
semelhante à seguinte:
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{ 
  "Sid": "ExampleStmt", 
  "Action": [ 
    "kms:Decrypt", 
    "kms:GenerateDataKey" 
  ], 
  "Effect": "Allow", 
  "Principal": { 
    "AWS": "<arn:aws:iam::111122223333:role/Jane>" 
  }, 
  "Resource": "*"
}

4. Escolha Salvar alterações.

O método menos preferido é modificar o perfil do IAM do usuário para conceder ao usuário 
permissões para usar ou gerenciar a chave do KMS. Se você usar esse método, a política de chave 
do KMS também deverá permitir o gerenciamento de acesso por meio do IAM. Para saber como 
conceder permissão a uma chave do KMS por meio do perfil do IAM do usuário, consulte Especificar 
chaves do KMS nas declarações de política do IAM no Guia do desenvolvedor do AWS KMS.

Pré-requisitos para a previsão de séries temporais

Para usar sua AWS KMS chave para criptografar modelos de previsão de séries temporais 
no SageMaker Canvas, você deve modificar a política de chaves da chave KMS usada 
para armazenar objetos no Amazon S3. Sua política de chaves deve conceder permissões 
aoAmazonSageMakerCanvasForecastRole, o que é SageMaker criado quando você concede 
permissões de previsão de séries temporais para seus usuários. O Amazon Forecast usa o
AmazonSageMakerCanvasForecastRole para realizar operações de previsão de séries 
temporais no SageMaker Canvas. Sua chave do KMS deve conceder permissões para esse perfil 
para garantir que os dados sejam criptografados para a previsão de séries temporais.

Para modificar as permissões da sua política de chave do KMS para permitir a previsão criptografada 
de séries temporais, faça o seguinte:

1. Abra o console de AWS KMS.

2. Na seção Key Policy (Política de chave), selecione Switch to policy view (Alternar para 
visualização de política).

3. Modifique a política da chave para que as permissões sejam especificadas no exemplo a seguir:
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{ 
            "Sid": "Enable IAM Permissions for Amazon Forecast KMS access", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "<arn:aws:iam::111122223333:role/service-role/
AmazonSagemakerCanvasForecastRole-111122223333>" 
            }, 
            "Action": [ 
                "kms:DescribeKey", 
                "kms:CreateGrant", 
                "kms:RetireGrant", 
                "kms:GenerateDataKey", 
                "kms:GenerateDataKeyWithoutPlainText", 
                "kms:Decrypt" 
            ], 
            "Resource": "*"
}

4. Escolha Salvar alterações.

Agora você pode usar sua chave KMS para criptografar operações de previsão de séries temporais 
no Canvas. SageMaker

Note

As permissões a seguir são necessárias somente se você estiver usando o método de 
configuração de perfil do IAM para configurar a previsão de séries temporais. Adicione a 
seguinte política de permissões ao perfil do IAM do seu usuário. Você também deve atualizar 
a política de chave com as políticas atualizadas necessárias para o Amazon Forecast. 
Para obter mais informações sobre as permissões necessárias para a previsão de séries 
temporais, consulte Conceder aos seus usuários permissões para realizar previsões de 
séries temporais.

{ 
            "Sid": "Enable IAM Permissions for Amazon Forecast KMS access", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "<arn:aws:iam::111122223333:role/AmazonSageMaker-111122223333>" 
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            }, 
            "Action": [ 
                    "kms:Decrypt",  
                    "kms:DescribeKey", 
                    "kms:CreateGrant", 
                    "kms:RetireGrant", 
                    "kms:GenerateDataKey"  
                    "kms:GenerateDataKeyWithoutPlainText", 
            ], 
            "Resource": "*"
}

Criptografe seus dados no aplicativo SageMaker Canvas

A primeira chave KMS que você pode usar no SageMaker Canvas é usada para criptografar dados 
de aplicativos armazenados nos volumes do Amazon Elastic Block Store (Amazon EBS) e no 
Amazon Elastic File System criado em seu domínio. SageMaker SageMaker O Canvas criptografa 
seus dados com essa chave no aplicativo subjacente e nos sistemas de armazenamento temporário 
criados ao usar instâncias de computação para criar modelos e gerar insights. SageMaker O Canvas 
passa a chave para outros AWS serviços, como o Autopilot, sempre que o SageMaker Canvas inicia 
trabalhos com eles para processar seus dados.

Você pode especificar essa chave definindo o KmsKeyID na chamada da API CreateDomain ou 
ao fazer a configuração do Domínio Padrão no console. Se você não especificar sua própria chave 
KMS, SageMaker usa uma chave KMS AWS gerenciada padrão para criptografar seus dados no 
SageMaker aplicativo Canvas.

Para especificar sua própria chave KMS para uso no aplicativo SageMaker Canvas por meio do 
console, primeiro configure seu SageMaker domínio Amazon usando a configuração padrão. Use o 
procedimento a seguir para concluir a seção de rede e armazenamento do domínio.

1. Preencha as configurações desejadas da Amazon VPC.

2. Em Chave de criptografia, escolha Inserir um ARN da chave do KMS.

3. Para ARN do KMS, insira o ARN da sua chave do KMS, que deve 
ter um formato semelhante ao seguinte: arn:aws:kms:example-
region-1:123456789098:key/111aa2bb-333c-4d44-5555-a111bb2c33dd
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Criptografe seus dados do SageMaker Canvas salvos no Amazon S3

A segunda chave KMS que você pode especificar é usada para dados que o SageMaker 
Canvas armazena no Amazon S3. SageMaker O Canvas salva duplicatas de seus conjuntos 
de dados de entrada, dados de aplicativos e modelos e dados de saída no bucket SageMaker 
S3 padrão da região para sua conta. O padrão de nomenclatura para esse bucket és3://
sagemaker-{Region}-{your-account-id}, e o SageMaker Canvas armazena dados na
Canvas/ pasta.

1. Ative a opção Habilitar compartilhamento de recursos do caderno.

2. Para Local do S3 para recursos compartilháveis do caderno, deixe o caminho padrão do 
Amazon S3. Observe que o SageMaker Canvas não usa esse caminho do Amazon S3; esse 
caminho do Amazon S3 é usado para notebooks Studio Classic.

3. Em Chave de criptografia, escolha Inserir um ARN da chave do KMS.

4. Para ARN do KMS, insira o ARN da sua chave do KMS, que deve ter um formato semelhante ao 
seguinte: arn:aws:kms:us-east-1:111122223333:key/111aa2bb-333c-4d44-5555-
a111bb2c33dd

Importar conjuntos de dados criptografados do Amazon S3

Seus usuários podem ter conjuntos de dados criptografados com uma chave do KMS. Embora a 
seção anterior mostre como criptografar dados no SageMaker Canvas e dados armazenados no 
Amazon S3, você deve conceder permissões adicionais à função IAM do seu usuário se quiser 
importar dados do Amazon S3 que já estejam criptografados com. AWS KMS

Para conceder permissões ao usuário para importar conjuntos de dados criptografados do Amazon 
S3 SageMaker para o Canvas, adicione as seguintes permissões à função de execução do IAM que 
você usou para o perfil do usuário.

      "kms:Decrypt", 
      "kms:GenerateDataKey" 
    

Para saber como editar as permissões do IAM para um perfil, consulte Adicionar e remover 
permissões de identidade do IAM no Guia do usuário do IAM. Para obter mais informações sobre 
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chaves, consulte Políticas de chave no AWS Key Management Service no Guia do desenvolvedor do 
AWS KMS.

Perguntas frequentes

Consulte os seguintes itens de perguntas frequentes para obter respostas às perguntas mais 
frequentes sobre o AWS KMS suporte do SageMaker Canvas.

P: O SageMaker Canvas retém minha chave KMS?

R: Não. SageMaker O Canvas pode armazenar temporariamente sua chave em cache ou passá-la 
para outros AWS serviços (como o Autopilot), mas o SageMaker Canvas não retém sua chave KMS.

P: Eu especifiquei uma chave do KMS ao configurar meu domínio. Por que meu conjunto de dados 
não foi importado no SageMaker Canvas?

R: O perfil do IAM do seu usuário pode não ter permissões para usar essa chave do KMS. Para 
conceder permissões de usuário, consulte os Pré-requisitos. Outro possível erro é que você tem uma 
política de bucket em seu bucket do Amazon S3 que exige o uso de uma chave do KMS específica 
que não corresponde à chave do KMS especificada em seu domínio. Certifique-se de especificar a 
mesma chave do KMS para seu bucket Amazon S3 e seu domínio.

P: Como faço para encontrar o bucket SageMaker Amazon S3 padrão da região para minha conta?

R: O bucket padrão do Amazon S3 segue o padrão de nomenclatura s3://
sagemaker-{Region}-{your-account-id}. A Canvas/ pasta nesse bucket armazena os 
dados do seu aplicativo SageMaker Canvas.

P: Posso alterar o bucket padrão do SageMaker Amazon S3 usado para armazenar dados do 
SageMaker Canvas?

R: Não, SageMaker cria esse bucket para você.

P: O que o SageMaker Canvas armazena no bucket padrão do SageMaker Amazon S3?

R: O SageMaker Canvas usa o bucket padrão do SageMaker Amazon S3 para armazenar duplicatas 
de seus conjuntos de dados de entrada, artefatos do modelo e saídas do modelo.

P: Quais casos de uso são compatíveis com o uso de chaves KMS com o SageMaker Canvas?

R: Com o SageMaker Canvas, você pode usar suas próprias chaves de criptografia AWS KMS para 
criar modelos de regressão, classificação binária e multiclasse e previsão de séries temporais, bem 
como para inferência em lote com seu modelo.
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P: Posso criptografar modelos de previsão de séries temporais no SageMaker Canvas?

R: Sim. Você deve conceder permissões adicionais à sua chave KMS para realizar a previsão 
criptografada de séries temporais. Para obter mais informações sobre como modificar a política da 
sua chave para conceder permissões de previsão de séries temporais, consulte Pré-requisitos para a 
previsão de séries temporais.

Conceder aos seus usuários permissões para criar modelos personalizados de 
previsão de imagens e textos

No Amazon SageMaker Canvas, você pode criar modelos personalizados para atender às suas 
necessidades comerciais específicas. Dois desses tipos de modelos personalizados são a previsão 
de imagem com rótulo único e a previsão de texto com várias categorias. As permissões para criar 
esses tipos de modelo estão incluídas na política AWS Identity and Access Management (IAM) 
chamada AmazonSageMakerCanvasFullAccess, que é SageMaker anexada por padrão à função de 
execução do IAM do seu usuário se você deixar as permissões básicas do Canvas ativadas.

No entanto, se você estiver usando uma configuração personalizada do IAM, deverá adicionar 
explicitamente permissões à função de execução do IAM do seu usuário para que ele possa criar 
tipos personalizados de modelos de previsão de imagens e textos. Para conceder as permissões 
necessárias para criar modelos de previsão de imagens e textos, leia a seção a seguir para saber 
como anexar uma política de permissões mínimas ao seu perfil.

Para adicionar as permissões ao perfil do IAM do usuário, faça o seguinte:

1. Acesse o console do IAM.

2. Escolha Perfis.

3. Na caixa de pesquisa, busque o perfil do IAM do usuário pelo nome e selecione-o.

4. Na página de perfilo do usuário, em Permissões, escolha Adicionar permissões.

5. Escolha Criar política em linha.

6. Selecione a guia JSON e, em seguida, cole a seguinte política de permissões mínimas no editor.

{
"Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateAutoMLJobV2", 
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                "sagemaker:DescribeAutoMLJobV2" 
            ], 
            "Resource": "*" 
        } 
    ]
}

7. Escolha Revisar política.

8. Insira um Nome para a política.

9. Escolha Criar política.

Para obter mais informações sobre políticas gerenciadas AWS, consulte Políticas gerenciadas e 
políticas em linha no Guia do usuário do IAM.

Conceder aos seus usuários permissões para realizar previsões de séries temporais

Para realizar previsões de séries temporais no Amazon SageMaker Canvas, seus usuários devem 
ter as permissões necessárias. O método preferido para dar a seus usuários essas permissões é 
ativar a opção de previsão de séries temporais ao configurar o SageMaker domínio da Amazon ou ao 
editar as configurações de um perfil de usuário específico. Você também pode usar o método manual 
de vincular uma política e uma relação de confiança do Amazon Forecast ao perfil do (IAM) AWS 
Identity and Access Management.

Se você quiser criptografar suas previsões de séries temporais com sua própria chave, você deve 
usar uma chave AWS KMS e modificar a política da sua chave KMS para conceder permissões ao 
perfil usado pelo Amazon Forecast. Para obter mais informações sobre como configurar sua chave 
KMS e modificar a política para previsão de séries temporais, consulte Pré-requisitos para a previsão 
de séries temporais.

Método de configuração de Domínio

SageMaker oferece a opção de conceder permissões de previsão de séries temporais aos usuários 
por meio das configurações do domínio. Você pode alternar as permissões de todos os usuários 
em seu domínio e SageMaker gerencia a vinculação da política do IAM e da relação de confiança 
necessárias para você.

Se você estiver configurando seu SageMaker domínio Amazon pela primeira vez e quiser ativar 
as permissões de previsão de séries temporais para todos os usuários no domínio, use os 
procedimentos a seguir.
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Quick setup

Use o procedimento a seguir para ativar as permissões de previsão de séries temporais do 
SageMaker Canvas ao fazer uma configuração rápida para seu domínio.

1. Na configuração rápida do Amazon SageMaker Domain, preencha os campos Nome e
Função de execução padrão na seção Perfil do usuário.

2. Deixe a opção Ativar permissões do SageMaker Canvas ativada. Ela está ativada por 
padrão.

3. Escolha Enviar para concluir a configuração do seu Domínio.

Standard setup

Use o procedimento a seguir para ativar as permissões de previsão de séries temporais do 
SageMaker Canvas ao fazer uma configuração padrão para seu domínio.

1. Na configuração do Amazon SageMaker Domain Standard, preencha as páginas
Configurações gerais, Configurações do Studio e Configurações do RStudio.

2. Escolha a página Configurações do Canvas.

3. Para a Configuração de permissões de base do Canvas, deixe a opção Habilitar permissões 
de base do Canvas ativada. Ela está ativada por padrão. Essas permissões são necessárias 
para ativar as permissões de previsão de séries temporais.

4. Para a Configuração de previsão de séries temporais, deixe a opção Habilitar previsão de 
séries temporais ativada. Ela está ativada por padrão.

5. Selecione Criar e usar uma nova função de execução ou selecione Usar uma função de 
execução existente se você já tiver um perfil do IAM com as permissões necessárias do 
Amazon Forecast anexadas. Para obter mais informações, consulte Método de configuração 
do perfil do IAM.

6. Conclua todas as outras alterações na configuração do seu Domínio e escolha Enviar.

Seus usuários agora devem ter as permissões necessárias para realizar a previsão de séries 
temporais no SageMaker Canvas.

Método de configuração do usuário

Você pode configurar permissões de previsão de séries temporais para usuários individuais em 
um Domínio existente. As configurações do perfil do usuário substituem as configurações gerais 
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do Domínio, para que você possa conceder permissões a usuários específicos sem conceder 
permissões a todos os seus usuários. Para conceder permissões de previsão de séries temporais a 
um usuário específico que ainda não tenha permissões, use o procedimento a seguir.

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, escolha o seu Domínio.

5. Na guia Perfis de usuário, selecione o nome do usuário cujas permissões você deseja editar.

6. Na página Detalhes do usuário, selecione Editar.

7. Escolha a página Configurações do Canvas.

8. Ative a opção Habilitar permissões de base do Canvas. Essas permissões são necessárias para 
ativar as permissões de previsão de séries temporais.

9. Ative a opção Habilitar previsão de séries temporais.

10. Se você quiser usar uma função de execução diferente para o usuário da função especificada 
no Domínio, selecione Criar e usar uma nova função de execução ou Usar uma função de 
execução existente se você já tiver um perfil do IAM pronto para uso.

Note

Se você quiser usar um perfil do IAM existente, certifique-se de que ele tenha a política 
do IAM AmazonSageMakerCanvasForecastAccess anexada e tenha uma relação de 
confiança que estabeleça a Amazon Forecast como entidade principal de serviço. Para 
obter mais informações, consulte a seção Método de configuração do perfil do IAM.

11. A página Configurações do Canvas deve ser semelhante à captura de tela a seguir. Conclua 
todas as outras alterações em seu perfil de usuário e escolha Enviar para salvar suas 
alterações.
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Seu usuário agora deve ter permissão para fazer previsões de séries temporais no SageMaker 
Canvas.

Você também pode remover as permissões do usuário usando o procedimento anterior e 
desativando a opção Habilitar previsão de séries temporais.
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Método de configuração do perfil do IAM

Você pode conceder manualmente aos seus usuários permissões para realizar previsões de séries 
temporais no Amazon SageMaker Canvas adicionando permissões adicionais à função AWS Identity 
and Access Management (IAM) especificada para o perfil do usuário. O perfil do IAM precisa ter uma 
relação de confiança com a Amazon Forecast e uma política anexada que forneça permissões à 
Forecast.

A seção a seguir mostra como criar a relação de confiança e vincular a política
AmazonSageMakerCanvasForecastAccess gerenciada à sua função do IAM, o que concede as 
permissões mínimas necessárias para que a previsão de séries temporais funcione no SageMaker 
Canvas.

Note

A AmazonSageMakerCanvasForecastAccess política concede permissões para acessar 
o bucket Amazon S3 SageMaker criado, que é o local de armazenamento padrão para 
dados do aplicativo Canvas. Se você especificou um local de armazenamento personalizado 
do Amazon S3 para dados do aplicativo Canvas, você deve atualizar as permissões na 
política para seu próprio bucket do Amazon S3. Para obter mais informações sobre locais 
de armazenamento personalizados do Amazon S3 para o Canvas, consulte Configurar seu 
armazenamento do Amazon S3.

Para configurar um perfil do IAM com o método manual, use o procedimento a seguir.

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, escolha o seu Domínio.

5. Na lista de Perfis de usuário, selecione o perfil do usuário ao qual você deseja conceder 
permissões de previsão de séries temporais.

6. Em Detalhes, copie ou anote o nome da Função de execução do usuário. O nome do perfil do 
IAM é semelhante ao seguinte exemplo: 111122223333.
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7. Depois de ter o nome do perfil do IAM do usuário, acesse o Console do IAM.

8. Escolha Perfis.

9. Pesquise o perfil do IAM do usuário pelo nome na lista de perfis e selecione-o.

10. Em Permissões, escolha Adicionar permissões.

11. Escolha Anexar políticas.

12. Pesquise a política AmazonSageMakerCanvasForecastAccess gerenciada e selecione-a. 
Escolha Anexar políticas para anexar a política ao perfil.

Depois de anexar a política, a seção Permissões do perfil agora deve incluir
AmazonSageMakerCanvasForecastAccess.

13. Volte para a página do perfil do IAM e, em Relações de confiança, escolha Editar política de 
confiança.

14. No editor Editar política de confiança, atualize a política de confiança para adicionar Forecast 
como entidade principal de serviço. A política deve ser semelhante ao exemplo a seguir.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
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      "Effect": "Allow", 
      "Principal": { 
        "Service": [ 
            "sagemaker.amazonaws.com", 
            "forecast.amazonaws.com" 
        ] 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
} 
   

15. Depois de editar a política de confiança, escolha Atualizar política.

Agora você deve ter uma função do IAM que tenha a política
AmazonSageMakerCanvasForecastAccess associada a ela e uma relação de confiança 
estabelecida com o Amazon Forecast, dando aos usuários permissão para realizar previsões de 
séries temporais no SageMaker Canvas. Para obter mais informações sobre políticas gerenciadas 
AWS, consulte Políticas gerenciadas e em linha.

Note

Se você usar esse método para configurar a previsão de séries temporais e quiser usar 
criptografia AWS KMS para suas previsões, deverá configurar a política da sua chave KMS 
para conceder permissões adicionais. Para ter mais informações, consulte Pré-requisitos 
para a previsão de séries temporais.

Conceda permissões aos usuários para ajustar os modelos do Foundation

Para conceder permissões para ajustar os modelos básicos no Amazon SageMaker Canvas, 
você deve concluir a configuração de permissões descrita nesta página. Você deve conceder 
ao usuário permissões para eady-to-use modelos R, que anexam a ServicesAccess política de
AmazonSageMakerCanvasIA à função de execução do AWS IAM do seu usuário. Você também 
deve criar uma relação de confiança entre o Amazon Bedrock e a função de execução do IAM.
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Conceder permissões eady-to-use aos modelos R

As permissões necessárias para ajustar os modelos básicos estão incluídas nas permissões dos 
eady-to-use modelos Canvas R. Você deve ativar as permissões de configuração eady-to-use dos 
modelos Canvas R ao configurar seu SageMaker domínio Amazon. Para ter mais informações, 
consulte Pré-requisitos para configurar o Amazon Canvas SageMaker .

Você pode editar suas configurações de domínio ou perfil de usuário para ativar a configuração dos 
eady-to-use modelos Canvas R. Para obter mais informações sobre como editar suas configurações 
de domínio, consulte Visualizar e editar domínios.

Você também pode anexar manualmente a ServicesAccess política de AmazonSageMakerCanvasIA
à função de execução do IAM do usuário por meio do console do IAM. Para obter mais informações 
sobre como anexar uma política a uma função, consulte Adicionar e remover permissões de 
identidade do IAM no Guia do usuário do AWS IAM.

Crie uma relação de confiança com o Amazon Bedrock

Você deve criar uma relação de confiança com o Amazon Bedrock para que o Amazon Bedrock 
possa assumir a função de IAM de seu usuário enquanto ajusta os modelos básicos.

Para adicionar uma relação de confiança à sua, anote a função do IAM do seu domínio ou perfil de 
usuário. Então, faça o seguinte:

1. Acesse o console do IAM em https://console.aws.amazon.com/iam/.

2. No painel de navegação à esquerda, escolha Roles.

3. Pesquise o perfil do IAM do usuário pelo nome na lista de perfis e selecione-o.

4. Selecione a guia Trust relationships (Relações de confiança).

5. Escolha Editar política de confiança.

6. No editor de políticas, encontre a opção Adicionar um principal no painel direito e escolha
Adicionar.

7. Na caixa de diálogo, em Tipo principal, selecione AWSserviços.

8. Para ARN, insira. bedrock.amazonaws.com

9. Escolha Adicionar principal.

10. Escolha Atualizar política.
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Agora você deve ter uma relação de confiança com o Amazon Bedrock e as permissões necessárias 
para ajustar os modelos básicos no Canvas. SageMaker

Atualize o SageMaker Canvas para seus usuários

Você pode atualizar para a versão mais recente do Amazon SageMaker Canvas como usuário ou 
administrador de TI. Você pode atualizar o Amazon SageMaker Canvas para um único usuário por 
vez.

Para atualizar o aplicativo Amazon SageMaker Canvas, você deve excluir a versão anterior.

Important

A exclusão da versão anterior do Amazon SageMaker Canvas não exclui os dados ou 
modelos que os usuários criaram.

Use o procedimento a seguir para fazer loginAWS, abrir o Amazon SageMaker Domain e atualizar 
o Amazon SageMaker Canvas. Os usuários podem começar a usar o aplicativo SageMaker Canvas 
quando fizerem login novamente.

1. Faça login no SageMaker console da Amazon no Amazon SageMaker Runtime.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, escolha o seu Domínio.

5. Na lista de Perfis de usuário, escolha um perfil de usuário.

6. Para a lista de Aplicativos, encontre o aplicativo Canvas (o Tipo de aplicativo diz Canvas) e 
escolha Excluir aplicativo.

7. Preencha a caixa de diálogo e escolha Confirmar ação.

A imagem a seguir mostra a página de perfil do usuário e destaca a ação Excluir aplicativo do 
procedimento anterior.
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Solicitar um aumento da cota

Seus usuários podem usar recursos AWS em quantidades que excedam as especificadas por suas 
cotas. Se seus usuários tiverem recursos limitados e encontrarem erros no SageMaker Canvas, você 
pode solicitar um aumento de cota para eles.

Para obter mais detalhes sobre SageMaker cotas e como solicitar um aumento de cota, consulte 
Cotas.

O Amazon SageMaker Canvas usa os seguintes serviços para processar as solicitações de seus 
usuários:

• Piloto SageMaker automático da Amazon

• Domínio Amazon SageMaker Studio Classic

• Amazon Forecast

Para obter uma lista das cotas disponíveis para operações do SageMaker Canvas que não são 
usadas para prever dados de séries temporais, consulte  SageMaker endpoints e cotas da Amazon.
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Para obter uma lista das cotas disponíveis para operações do SageMaker Canvas que são usadas 
para prever dados de séries temporais, consulte os endpoints e cotas do Amazon Forecast.

Solicitar um aumento de instâncias para criar modelos personalizados

Ao criar um modelo personalizado, se você encontrar um erro durante a análise pós-criação que 
exija que você aumente sua cota para instâncias ml.m5.2xlarge, use as informações a seguir 
para resolver o problema.

Você deve aumentar a cota de endpoint do SageMaker Hosting para o tipo de ml.m5.2xlarge
instância para um valor diferente de zero em sua conta. AWS Depois de criar um modelo, o 
SageMaker Canvas hospeda o modelo em um endpoint de SageMaker hospedagem e usa o 
endpoint para gerar a análise pós-construção. Se você não aumentar a cota de conta padrão de 0 
para ml.m5.2xlarge instâncias, o SageMaker Canvas não poderá concluir essa etapa e gerará um 
erro durante a análise pós-construção.

Para o procedimento para aumentar a cota, consulte Solicitando um aumento de cota no Guia do 
Usuário de Quotas de Serviço.

Conceder permissões aos usuários para importar dados do Amazon Redshift

Seus usuários podem ter conjuntos de dados armazenados no Amazon Redshift. Antes que os 
usuários possam importar dados do Amazon Redshift para o SageMaker Canvas, você deve 
adicionar a política AmazonRedshiftFullAccess gerenciada à função de execução do IAM que 
você usou para o perfil do usuário e adicionar o Amazon Redshift como principal de serviço à política 
de confiança da função. Você também deve associar a função de execução do IAM ao seu cluster 
do Amazon Redshift. Conclua os procedimentos nas seções a seguir para dar aos usuários as 
permissões necessárias para importar dados do Amazon Redshift.

Adicionar permissões do Amazon Redshift ao seu perfil do IAM

Você deve conceder permissões do Amazon Redshift ao perfil do IAM especificado em seu perfil de 
usuário.

Para adicionar a política AmazonRedshiftFullAccess ao perfil do IAM do usuário, faça o 
seguinte.

1. Faça login no console do IAM em https://console.aws.amazon.com/iam/.

2. Escolha Perfis.

3. Na caixa de pesquisa, busque o perfil do IAM do usuário pelo nome e selecione-o.
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4. Na página de perfilo do usuário, em Permissões, escolha Adicionar permissões.

5. Escolha Anexar políticas.

6. Pesquise a política AmazonRedshiftFullAccess gerenciada e selecione-a.

7. Escolha Anexar políticas para anexar a política ao perfil.

Depois de anexar a política, a seção Permissões do perfil agora deve incluir
AmazonRedshiftFullAccess.

Para adicionar o Amazon Redshift como entidade principal de serviço ao perfil do IAM, faça o 
seguinte.

1. Na mesma página do perfil do IAM, em Relações de confiança, escolha Editar política de 
confiança.

2. No editor Editar política de confiança, atualize a política de confiança para adicionar o Amazon 
Redshift como entidade principal de serviço. Um novo perfil do IAM que permite ao Amazon 
Redshift acessar outros serviços da AWS em seu nome tem uma relação de confiança da 
seguinte maneira:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "redshift.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}     

3. Depois de editar a política de confiança, escolha Atualizar política.

Agora você deve ter uma função do IAM que tenha a política AmazonRedshiftFullAccess
associada a ela e uma relação de confiança estabelecida com o Amazon Redshift, dando aos 
usuários permissão para importar dados do Amazon Redshift para o Canvas. SageMaker Para obter 
mais informações sobre políticas gerenciadas AWS, consulte Políticas gerenciadas e políticas em 
linha no Guia do usuário do IAM.
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Associar o perfil do IAM ao seu cluster do Amazon Redshift

Nas configurações do seu cluster do Amazon Redshift, você deve associar o perfil do IAM ao qual 
você concedeu permissões na seção anterior.

Para associar um perfil do IAM ao cluster, faça o seguinte.

1. Faça login no console do Amazon Redshift em https://console.aws.amazon.com/redshift/.

2. No menu de navegação, escolha Clusters e escolha o nome do cluster que você deseja 
atualizar.

3. No menu suspenso Ações, escolha Gerenciar perfis do IAM. A página de Permissões do cluster
será exibida.

4. Em Perfis do IAM disponíveis, insira o ARN ou o nome do perfil do IAM, ou escolha o perfil do 
IAM na lista.

5. Depois, escolha Associar perfil do IAM  para adicioná-lo à lista de Perfis do IAM associados.

6. Escolha Concluído para associar o perfil do IAM ao cluster.

O Amazon Redshift modifica o cluster para concluir a alteração, e o perfil do IAM para o qual você 
concedeu anteriormente as permissões do Amazon Redshift agora está associado ao seu cluster 
do Amazon Redshift. Seus usuários agora têm as permissões necessárias para importar dados do 
Amazon Redshift para o Canvas SageMaker .

Conceda permissões aos usuários para colaborar com o Studio Classic

Note

A funcionalidade descrita nesta página se aplica somente ao Amazon SageMaker Studio 
Classic. Atualmente, você só pode compartilhar modelos com o Canvas (ou visualizar 
modelos compartilhados do Canvas) no Studio Classic. Se você estiver usando a versão 
mais recente do Studio, deverá executar o Studio Classic a partir da versão mais recente 
do Studio para compartilhar modelos no Canvas ou visualizar modelos compartilhados no 
Canvas. Para obter mais informações sobre como acessar o Studio Classic, consulte a
documentação do Studio Classic.

Seus usuários do Amazon SageMaker Canvas podem querer compartilhar seus modelos com 
usuários no Amazon SageMaker Studio Classic para receber feedback e atualizações de modelos, e 
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os usuários do Studio Classic podem querer compartilhar modelos com usuários do Canvas para que 
eles possam gerar previsões no Canvas. As permissões a seguir concedem aos usuários do Canvas 
e do Studio Classic acesso para compartilhar modelos entre si.

Para obter mais informações sobre como os usuários do Canvas podem compartilhar modelos com 
usuários do Studio Classic, consulteColabore com cientistas de dados. Para obter mais informações 
sobre como os usuários do Canvas podem trazer um modelo compartilhado do Studio Classic, 
consulteTraga seu próprio modelo para o SageMaker Canvas.

Antes que os usuários do Canvas e do Studio Classic possam colaborar, eles devem estar no 
mesmo SageMaker domínio da Amazon. Adicione as seguintes permissões do IAM adicionadas à 
mesma função de execução do IAM que você usou nos perfis deles.

Para adicionar as permissões ao perfil do IAM do usuário, faça o seguinte:

1. Acesse o console do IAM.

2. Escolha Perfis.

3. Na caixa de pesquisa, busque o perfil do IAM do usuário pelo nome e selecione-o.

4. Na página de perfilo do usuário, em Permissões, escolha Adicionar permissões.

5. Escolha Criar política em linha.

6. Em Editor de políticas, escolha JSON e digite a seguinte política do IAM:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateSharedModel", 
                "sagemaker:DescribeSharedModel", 
                "sagemaker:ListSharedModelEvents", 
                "sagemaker:ListSharedModels", 
                "sagemaker:ListSharedModelVersions", 
                "sagemaker:SendSharedModelEvent", 
                "sagemaker:UpdateSharedModel" 
            ], 
            "Resource": "*" 
        } 
    ]
}
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7. Escolha Próximo.

8. Insira um nome para a política no campo Nome da política.

9. Escolha Criar política para criar a política e anexá-la à função.

Para obter mais informações sobre políticas gerenciadas AWS, consulte Políticas gerenciadas e 
políticas em linha no Guia do usuário do IAM.

Conceda aos seus usuários permissões para enviar previsões para a Amazon 
QuickSight

Você deve conceder aos seus usuários do SageMaker Canvas permissões para enviar previsões 
em lote para a Amazon QuickSight. Na Amazon QuickSight, os usuários podem criar análises e 
relatórios com um conjunto de dados e preparar painéis para compartilhar seus resultados. Para 
obter mais informações sobre o envio de previsões QuickSight para análise, consulteEnvie previsões 
para a Amazon QuickSight.

Para conceder as permissões necessárias para compartilhar previsões em lote com os usuários em 
QuickSight, você deve adicionar uma política de permissões à função de execução AWS Identity and 
Access Management (IAM) que você usou para o perfil do usuário. A seção a seguir mostra como 
anexar uma política de permissões mínimas ao seu perfil.

Adicione a política de permissões ao seu perfil do IAM

Para adicionar a política de permissões, use o procedimento a seguir:

1. Faça login no console do IAM em https://console.aws.amazon.com/iam/.

2. Escolha Perfis.

3. Na caixa de pesquisa, busque o perfil do IAM do usuário pelo nome e selecione-o.

4. Na página de perfilo do usuário, em Permissões, escolha Adicionar permissões.

5. Escolha Criar política em linha.

6. Selecione a guia JSON e, em seguida, cole a seguinte política de permissões mínimas no editor. 
Substitua os espaços reservados <your-account-number> pelo número da sua conta da 
AWS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 

Configurando e gerenciando o Amazon SageMaker Canvas (para administradores de TI) 771

https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_managed-vs-inline.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_managed-vs-inline.html
https://console.aws.amazon.com/iam/


Amazon SageMaker Guia do Desenvolvedor

        { 
            "Effect": "Allow", 
            "Action": [ 
                "quicksight:CreateDataSet", 
                "quicksight:ListUsers", 
                "quicksight:ListNamespaces", 
                "quicksight:CreateDataSource", 
                "quicksight:PassDataSet", 
                "quicksight:PassDataSource" 
            ], 
            "Resource":[ 
                "arn:aws:quicksight:*:<your-account-number>:datasource/*", 
                "arn:aws:quicksight:*:<your-account-number>:user/*", 
                "arn:aws:quicksight:*:<your-account-number>:namespace/*", 
                "arn:aws:quicksight:*:<your-account-number>:dataset/*" 
            ] 
        } 
    ]
}

7. Escolha Revisar política.

8. Insira um Nome para a política.

9. Escolha Criar política.

Agora você deve ter uma política de IAM gerenciada pelo cliente anexada à sua função de execução 
que conceda aos usuários do Canvas as permissões necessárias para enviar previsões em lote aos 
usuários em. QuickSight

Gerenciar aplicativos

As seções a seguir descrevem como você pode gerenciar seus aplicativos SageMaker Canvas. Você 
pode visualizar, excluir ou reiniciar seus aplicativos na seção Domínios do console. SageMaker

Verificar se há aplicativos ativos

Para verificar se você tem algum aplicativo SageMaker Canvas em execução ativa, use o 
procedimento a seguir.

1. Abra o console de SageMaker .

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

Configurando e gerenciando o Amazon SageMaker Canvas (para administradores de TI) 772

https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guia do Desenvolvedor

4. Na página Domínios, escolha o seu Domínio.

5. Na página de Detalhes do Domínio, em Perfis de usuário, selecione o nome do perfil de usuário 
para o aplicativo Canvas que você deseja visualizar.

6. Em Aplicativos, encontre o aplicativo que diz Canvas na coluna Tipo de aplicativo.

A coluna Status exibe o status do aplicativo, como Pronto, Pendente ou Excluído. Se o aplicativo 
estiver pronto, sua instância de espaço de trabalho do SageMaker Canvas está ativa. Você pode 
excluir o aplicativo do console ou sair da interface do SageMaker Canvas.

Excluir aplicativo

Se você quiser encerrar sua instância de espaço de trabalho do SageMaker Canvas, você pode sair 
do aplicativo SageMaker Canvas ou excluir seu aplicativo do SageMaker console. Uma instância 
de espaço de trabalho é dedicada para seu uso desde o momento em que você começa a usar o 
SageMaker Canvas até o ponto em que você para de usá-lo. A exclusão do aplicativo só encerra a 
instância do espaço de trabalho. Modelos e conjuntos de dados não são afetados, mas as tarefas de 
criação rápida são reiniciadas automaticamente quando você faz login novamente. O faturamento da 
instância do espaço de trabalho também é interrompido.

Para excluir seu aplicativo Canvas pelo console AWS, primeiro feche a guia do navegador na qual 
seu aplicativo Canvas foi aberto. Em seguida, use o procedimento a seguir para excluir seu aplicativo 
SageMaker Canvas.

1. Abra o console de SageMaker .

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, escolha o seu Domínio.

5. Na página de Detalhes do Domínio, em Perfis de usuário, selecione o nome do perfil de usuário 
para o aplicativo Canvas que você deseja visualizar.

6. Em Aplicativos, encontre o aplicativo que diz Canvas na coluna Tipo de aplicativo.

7. Na coluna Ação, escolha Excluir aplicativo.

8. Na caixa de diálogo Excluir aplicativo, selecione a solicitação Sim, excluir aplicativo, confirme a 
exclusão digitando delete no campo de texto e escolha Excluir.

Depois de excluir o aplicativo com sucesso, a coluna Status diz Excluído. Caso contrário, seu 
aplicativo ainda estará ativo.
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Você também pode encerrar a instância do espaço de trabalho saindo do aplicativo SageMaker 
Canvas.

Aplicativo de inicialização

Se você excluir ou sair do seu aplicativo SageMaker Canvas e quiser reiniciar o aplicativo, use o 
procedimento a seguir.

1. Navegue até o console do SageMaker .

2. No painel de navegação, selecione Canvas.

3. Na página inicial do SageMaker Canvas, na caixa Get Started, selecione seu perfil de usuário no 
menu suspenso.

4. Escolha Abrir o Canvas para abrir o aplicativo.

SageMaker O Canvas começa a lançar o aplicativo.

Você também pode usar o procedimento secundário a seguir se encontrar algum problema com o 
procedimento anterior.

1. Abra o console de SageMaker .

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na página Domínios, escolha o seu Domínio.

5. Na página de detalhes do domínio, em Perfis de usuário, selecione o nome do perfil de usuário 
para o aplicativo SageMaker Canvas que você deseja visualizar.

6. Escolha Iniciar e selecione Canvas na lista suspensa.

SageMaker O Canvas começa a lançar o aplicativo.

Configurar o Amazon SageMaker Canvas em uma VPC sem acesso à Internet

O aplicativo Amazon SageMaker Canvas é executado em um contêiner em uma Amazon Virtual 
Private Cloud (VPC) AWS gerenciada. Se você quiser controlar ainda mais o acesso aos seus 
recursos ou executar o SageMaker Canvas sem acesso público à Internet, você pode definir suas 
configurações de SageMaker domínio e VPC da Amazon. Em sua própria VPC, você pode definir 
configurações como grupos de segurança (firewalls virtuais que controlam o tráfego de entrada e 

Configurando e gerenciando o Amazon SageMaker Canvas (para administradores de TI) 774

https://console.aws.amazon.com/sagemaker/
https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guia do Desenvolvedor

saída das instâncias do Amazon EC2) e sub-redes (intervalos de endereços IP em sua VPC). Para 
saber mais sobre VPCs, consulte Como a Amazon VPC funciona.

Quando o aplicativo SageMaker Canvas está sendo executado na VPC AWS gerenciada, ele pode 
interagir com outros AWS serviços usando uma conexão com a Internet ou por meio de endpoints de 
VPC criados em uma VPC gerenciada pelo cliente (sem acesso público à Internet). SageMaker Os 
aplicativos Canvas podem acessar esses VPC endpoints por meio de uma interface de rede criada 
pelo Studio Classic que fornece conectividade à VPC gerenciada pelo cliente. O comportamento 
padrão do aplicativo SageMaker Canvas é ter acesso à internet. Ao usar uma conexão com a 
Internet, os contêineres dos trabalhos anteriores acessam recursos AWS pela Internet, como os 
buckets do Amazon S3, nos quais você armazena dados de treinamento e artefatos do modelo.

No entanto, se você tiver requisitos de segurança para controlar o acesso aos seus contêineres de 
dados e tarefas, recomendamos que você configure o SageMaker Canvas e sua VPC para que seus 
dados e contêineres não sejam acessíveis pela Internet. SageMaker usa as configurações de VPC 
que você especifica ao configurar seu domínio para SageMaker o Canvas.

Se você quiser configurar seu aplicativo SageMaker Canvas sem acesso à Internet, você deve definir 
suas configurações de VPC ao se integrar ao Amazon SageMaker Domain, configurar endpoints 
de VPC e conceder as permissões necessárias. AWS Identity and Access Management Para obter 
informações sobre como configurar uma VPC na SageMaker Amazon, consulte. Escolha uma 
Amazon VPC As seções a seguir descrevem como executar o SageMaker Canvas em uma VPC sem 
acesso público à Internet.

Configurar o Amazon SageMaker Canvas em uma VPC sem acesso à Internet

Você pode enviar tráfego do SageMaker Canvas para outros AWS serviços por meio de sua própria 
VPC. Se sua própria VPC não tiver acesso público à Internet e você tiver configurado seu domínio 
no modo somente VPC, o SageMaker Canvas também não terá acesso público à Internet. Isso 
inclui todas as solicitações, como acesso a conjuntos de dados no Amazon S3 ou trabalhos de 
treinamento para criações padrão, e as solicitações passam por endpoints da VPC em sua VPC 
em vez da Internet pública. Ao se integrar ao Domínio e Escolha uma Amazon VPC, você pode 
especificar sua própria VPC como a VPC padrão para o Domínio, junto com o grupo de segurança e 
as configurações de sub-rede desejadas. Em seguida, SageMaker cria uma interface de rede na sua 
VPC que o SageMaker Canvas usa para acessar os endpoints da VPC na sua VPC. Observe que as 
configurações do grupo de segurança e da sub-rede são definidas após a conclusão da integração 
no Domínio.
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Ao integrar o domínio, se você escolher Internet pública somente como o tipo de acesso à rede, a 
VPC SageMaker será gerenciada e permitirá o acesso à Internet.

Você pode alterar esse comportamento escolhendo somente VPC para SageMaker enviar todo o 
tráfego para uma interface de rede SageMaker criada na VPC especificada. Ao escolher essa opção, 
você deve fornecer as sub-redes, os grupos de segurança e os endpoints VPC necessários para 
se comunicar com a SageMaker API e o SageMaker Runtime, além de vários AWS serviços, como 
Amazon S3 e CloudWatch Amazon, que são usados pelo Canvas. SageMaker Observe que você só 
pode importar dados de buckets do Amazon S3 localizados na mesma Região da sua VPC.

Os procedimentos a seguir mostram como você pode definir essas configurações para usar o 
SageMaker Canvas sem a internet.

Etapa 1: Integrar ao domínio da Amazon SageMaker

Para enviar tráfego do SageMaker Canvas para uma interface de rede em sua própria VPC em 
vez de pela Internet, especifique a VPC que você deseja usar ao se integrar ao Amazon Domain. 
SageMaker  Você também deve especificar pelo menos duas sub-redes em sua VPC que possam 
ser usadas. SageMaker Escolha Configuração padrão e siga o procedimento a seguir ao configurar a
Seção Rede e armazenamento do Domínio.

1. Selecione a VPC desejada.

2. Escolha duas ou mais sub-redes. Se você não especificar as sub-redes, SageMaker use todas 
as sub-redes na VPC.

3. Escolha um ou mais Grupos de segurança.

4. Escolha VPC Only para desativar o acesso direto à Internet na AWS VPC gerenciada em que o 
Canvas está SageMaker hospedado.

Depois de desativar o acesso à Internet, conclua o processo de integração para configurar seu 
Domínio. Para obter mais informações sobre as configurações de VPC para o Amazon SageMaker 
Domain, consulte. Escolha uma Amazon VPC
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Etapa 2: configurar endpoints da VPC e acesso

Note

Para configurar o Canvas em sua própria VPC, você deve habilitar nomes de host DNS 
privados para seus endpoints da VPC. Para obter mais informações, consulte Connect to 
SageMaker Through a VPC Interface Endpoint.

SageMaker O Canvas só acessa outros AWS serviços para gerenciar e armazenar dados para sua 
funcionalidade. Por exemplo, ele se conecta ao Amazon Redshift se seus usuários acessarem um 
banco de dados do Amazon Redshift. Ele pode se conectar a um serviço AWS como o Amazon 
Redshift usando uma conexão com a Internet ou um endpoint da VPC. Use endpoints da VPC se 
quiser configurar conexões da sua VPC com serviços AWS que não usam a Internet pública.

Um endpoint da VPC cria uma conexão privada com um serviço AWS que usa um caminho de 
rede isolado da Internet pública. Por exemplo, se você configurar o acesso ao Amazon S3 usando 
um endpoint VPC de sua própria VPC, o aplicativo Canvas SageMaker poderá acessar o Amazon 
S3 passando pela interface de rede em sua VPC e depois pelo endpoint VPC que se conecta ao 
Amazon S3. A comunicação entre o SageMaker Canvas e o Amazon S3 é privada.

Para obter mais informações sobre como configurar endpoints da VPC, consulte AWS PrivateLink. 
Se você estiver usando modelos do Amazon Bedrock no Canvas com uma VPC, para obter mais 
informações sobre como controlar o acesso aos seus dados, consulte Proteger trabalhos usando 
uma VPC no Guia do usuário do Amazon Bedrock.

A seguir estão os endpoints de VPC para cada serviço que você pode usar com o Canvas: 
SageMaker

Serviço Endpoint Tipo de endpoint

AWS Application Auto Scaling com.amazo 
naws.Region.application-
autoscaling

Interface

Amazon Athena com.amazo 
naws.Region.athena

Interface
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Serviço Endpoint Tipo de endpoint

Amazon SageMaker com.amazo 
naws.Region.sagemaker.api

com.amazo 
naws.Region.sagemake 
r.runtime

com.amazo 
naws.Region.notebook

Interface

AWS Security Token Service com.amazonaws.Region.sts Interface

Amazon Elastic Container 
Registry (Amazon ECR)

com.amazo 
naws.Region.ecr.api

com.amazo 
naws.Region.ecr.dkr

Interface

Amazon Elastic Compute 
Cloud (Amazon EC2)

com.amazonaws.Region.ec2 Interface

Amazon Simple Storage 
Service (Amazon S3)

com.amazonaws.Region.s3 Gateway

Amazon Redshift com.amazo 
naws.Region.redshift-data

Interface

AWS Secrets Manager com.amazo 
naws.Region.secretsmanager

Interface

AWS Systems Manager com.amazonaws.Region.ssm Interface

Amazon CloudWatch com.amazo 
naws.Region.monitoring

Interface

CloudWatch Registros da 
Amazon

com.amazonaws.Region.logs Interface
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Serviço Endpoint Tipo de endpoint

Amazon Forecast com.amazo 
naws.Region.forecast

com.amazo 
naws.Region.forecastquery

Interface

Amazon Textract com.amazo 
naws.Region.textract

Interface

Amazon Comprehend com.amazo 
naws.Region.comprehend

Interface

Amazon Rekognition com.amazo 
naws.Region.rekognition

Interface

AWS Glue com.amazonaws.Region.glue Interface

AWS Application Auto Scaling com.amazo 
naws.Region.application-
autoscaling

Interface

Amazon Relational Database 
Service (Amazon RDS)

com.amazonaws.Region.rds Interface

Amazon Bedrock com.amazo 
naws.Region.bedrock- 
runtime

Interface

Amazon Kendra com.amazo 
naws.Region.kendra

Interface

Note

Para o Amazon Bedrock, o nome do serviço de endpoint da interface
com.amazonaws.Region.bedrock foi descontinuado. Crie um novo endpoint da VPC com 
o nome do serviço listado na tabela anterior.
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Além disso, você não pode ajustar os modelos básicos dos Canvas VPCs sem acesso à 
Internet. Isso ocorre porque o Amazon Bedrock não oferece suporte a endpoints VPC para 
APIs de personalização de modelos. Para saber mais sobre o ajuste fino dos modelos de 
base no Canvas, consulte. Ajuste os modelos de fundação

Você também deve adicionar uma política de endpoint para que o Amazon S3 AWS controle o 
acesso principal ao seu VPC endpoint. Para obter informações sobre como atualizar sua política de 
endpoint da VPC, consulte Controlar o acesso a endpoints da VPC usando políticas de endpoint.

A seguir estão duas políticas de VPC endpoint que você pode usar. Use a primeira política se quiser 
conceder acesso apenas às funcionalidades básicas do Canvas, como importação de dados e 
criação de modelos. Use a segunda política se quiser conceder acesso aos recursos adicionais de IA 
geradora no Canvas.

Basic VPC endpoint policy

A política a seguir concede o acesso necessário ao seu VPC endpoint para operações básicas no 
Canvas.

        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:CreateBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 

Configurando e gerenciando o Amazon SageMaker Canvas (para administradores de TI) 780

https://docs.aws.amazon.com/vpc/latest/privatelink/vpc-endpoints-access.html
https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-fm-chat.html
https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-fm-chat.html


Amazon SageMaker Guia do Desenvolvedor

            ], 
            "Resource": "*" 
        }

Generative AI VPC endpoint policy

A política a seguir concede o acesso necessário ao seu VPC endpoint para operações básicas no 
Canvas, além de usar modelos básicos de IA generativos.

        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:CreateBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*", 
                "arn:aws:s3:::*fmeval/datasets*", 
                "arn:aws:s3:::*jumpstart-cache-prod*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }

Etapa 3: conceder permissões do IAM

O usuário do SageMaker Canvas deve ter as AWS Identity and Access Management permissões 
necessárias para permitir a conexão com os endpoints da VPC. A função do IAM para a qual 
você concede permissões deve ser a mesma usada na integração com o Amazon SageMaker 
Domain. Você pode anexar a AmazonSageMakerFullAccess política SageMaker gerenciada 
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à função do IAM para que o usuário conceda ao usuário as permissões necessárias. Se 
você precisar de permissões mais restritivas do IAM e usar políticas personalizadas, dê a
ec2:DescribeVpcEndpointServices permissão ao papel do usuário. SageMaker O Canvas 
exige essas permissões para verificar a existência dos endpoints VPC necessários para trabalhos 
de construção padrão. Se ele detectar esses endpoints da VPC, os trabalhos de criação padrão 
serão executados por padrão em sua VPC. Caso contrário, eles serão executados na VPC AWS 
gerenciada padrão.

Para obter instruções sobre como anexar a política do IAM AmazonSageMakerFullAccess ao 
perfil do IAM do seu usuário, consulte Adicionar e remover permissões de identidade do IAM.

Para conceder ao perfil do IAM do seu usuário a permissão
ec2:DescribeVpcEndpointServices granular, use o procedimento a seguir.

1. Faça login no AWS Management Console e abra o console do IAM.

2. No painel de navegação, escolha Perfis.

3. Na lista, escolha o nome do perfil para o qual você deseja conceder permissões.

4. Escolha a aba Permissões.

5. Escolha Adicionar permissões e depois Criar política em linha.

6. Escolha a guia JSON e insira a seguinte política, que concede a permissão
ec2:DescribeVpcEndpointServices:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": "ec2:DescribeVpcEndpointServices", 
            "Resource": "*" 
        } 
    ]
}

7. Escolha Revisar política e, em seguida, insira um Nome para a política (por exemplo,
VPCEndpointPermissions).

8. Escolha Criar política.
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O perfil do IAM do usuário agora deve ter permissões para acessar os endpoints da VPC 
configurados na sua VPC.

(Opcional) Etapa 4: substituir configurações de grupo de segurança para usuários específicos

Se você for administrador, talvez queira que usuários diferentes tenham configurações de VPC 
diferentes ou configurações de VPC específicas do usuário. Quando você substitui as configurações 
padrão do grupo de segurança da VPC para um usuário específico, essas configurações são 
passadas para o aplicativo SageMaker Canvas desse usuário.

Você pode substituir os grupos de segurança aos quais um usuário específico tem acesso na 
sua VPC ao configurar um novo perfil de usuário no Studio Classic. Você pode usar a chamada 
de CreateUserProfile SageMaker API (ou create_user_profile com o AWS CLI) e, em seguida, 
noUserSettings, você pode especificar o para o usuário. SecurityGroups

Configurar conexões com fontes de dados com o OAuth

A seção a seguir descreve as etapas que você deve seguir para configurar conexões OAuth com 
fontes de dados do SageMaker Canvas. O OAuth é uma plataforma de autenticação comum para 
conceder acesso a recursos sem compartilhar senhas. Com o OAuth, você pode se conectar 
rapidamente aos seus dados do Canvas e importá-los para criar modelos. Atualmente, o Canvas é 
compatível com o OAuth para Snowflake e Salesforce Data Cloud.

Note

Você só pode estabelecer uma conexão OAuth para cada fonte de dados.

Configurar o OAuth para Salesforce Data Cloud

Para configurar o OAuth para o Salesforce Data Cloud, siga estas etapas gerais:

1. Faça login no Salesforce Data Cloud.

2. No Salesforce Data Cloud, crie uma nova conexão de aplicativo e faça o seguinte:

a. Habilite as configurações do OAuth.

b. Quando solicitado a fornecer um URL de retorno de chamada (ou o URL 
do recurso acessando seus dados), especifique o URL para seu aplicativo 
Canvas. O URL do aplicativo Canvas segue este formato: https://<domain-
id>.studio.<region>.sagemaker.aws/canvas/default
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c. Copie a chave e o segredo do consumidor.

d. Copie o URL de autorização e o URL do token.

Para obter instruções mais detalhadas sobre como realizar as tarefas anteriores no Salesforce Data 
Cloud, consulte Importar dados do Salesforce Data Cloud na documentação do Data Wrangler para 
importar dados do Salesforce Data Cloud.

Depois de habilitar o acesso do Salesforce Data Cloud e obter suas informações de conexão, você 
deve criar um AWS Secrets Managersegredo para armazenar as informações e adicioná-las ao seu 
SageMaker domínio ou perfil de usuário da Amazon. Observe que você pode adicionar um segredo 
ao Domínio e ao perfil do usuário, mas o Canvas procura os segredos no perfil do usuário primeiro.

Para adicionar um segredo ao seu Domínio ou perfil de usuário, faça o seguinte:

1. Acesse o  SageMaker console da Amazon.

2. No painel de navegação, escolha Domínios.

3. Na lista Domínios, selecione seu Domínio.

a. Para adicionar seu segredo ao Domínio, faça o seguinte:

i. Escolha o Domínio.

ii. Na página Configurações do Domínio, escolha a guia Configurações do Domínio.

iii. Selecione a opção Editar.

b. Para adicionar um segredo ao seu perfil de usuário, faça o seguinte:

i. Escolha o Domínio do usuário.

ii. Na página de Configurações do Domínio, escolha o perfil do usuário.

iii. Na página Detalhes do usuário, selecione Editar.

4. No painel de navegação, escolha Configurações do Canvas.

5. Para as Configurações do OAuth, escolha Adicionar configuração OAuth.

6. Em Fonte de dados, selecione Salesforce Data Cloud.

7. Em Configuração do segredo, selecione Criar novo segredo. Como alternativa, se você já criou 
um segredo AWS Secrets Manager com suas credenciais, insira o ARN do segredo. Para criar 
um novo segredo, faça o seguinte:

a. Em Provedor de identidade, selecione SALESFORCE.
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b. Para ID do cliente, Segredo do cliente, URL de autorização e URL do token, insira todas as 
informações que você coletou do Salesforce Data Cloud no procedimento anterior.

8. Salve suas configurações de Domínio ou perfil de usuário.

Agora você será capaz de criar uma conexão com seus dados no Salesforce Data Cloud a partir do 
Canvas.

Configurar o OAuth para Snowflake

Para configurar a autenticação para o Snowflake, o Canvas oferece suporte a provedores de 
identidade que você pode usar em vez de fazer com que os usuários insiram diretamente suas 
credenciais no Canvas.

A seguir estão os links para a documentação do Snowflake para os provedores de identidade que o 
Canvas suporta:

• Azure AD

• Okta

• Ping Federate

As seguintes etapas descrevem o processo geral que você deve adotar. Para obter instruções mais 
detalhadas sobre como executar essas etapas, consulte a seção Configurando o Snowflake OAuth 
Access na documentação do Data Wrangler para importar dados do Snowflake.

Para configurar o OAuth para Snowflake, faça o seguinte:

1. Registre o Canvas como um aplicativo com o provedor de identidade. Isso requer a 
especificação de um URL de redirecionamento para o Canvas, que deve seguir este formato:
https://<domain-id>.studio.<region>.sagemaker.aws/canvas/default

2. Dentro do provedor de identidade, crie um servidor ou API que envie tokens OAuth para o 
Canvas para que o Canvas possa acessar o Snowflake. Ao configurar o servidor, use o código 
de autorização e os tipos de concessão do token de atualização, especifique a vida útil do 
token de acesso e defina uma política de token de atualização. Além disso, na Integração de 
segurança externa do OAuth para Snowflake, ative external_oauth_any_role_mode.

3. Obtenha as seguintes informações do provedor de identidade: URL do token, URL de 
autorização, ID do cliente, segredo do cliente. Para o Azure AD, também recupere as 
credenciais do escopo do OAuth.
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4. Armazene as informações recuperadas na etapa anterior em um segredo AWS Secrets 
Manager.

a. Para Okta e Ping Federate, o segredo deve ter o seguinte formato:

{"token_url":"https://identityprovider.com/oauth2/example-portion-of-URL-path/
v2/token",
"client_id":"example-client-id", "client_secret":"example-client-secret", 
 "identity_provider":"OKTA"|"PING_FEDERATE",
"authorization_url":"https://identityprovider.com/oauth2/example-portion-of-
URL-path/v2/authorize"}

b. Para o Azure AD, o segredo também deve incluir as credenciais do escopo do OAuth como 
campo datasource_oauth_scope.

Depois de configurar o provedor de identidade e o segredo, você deve criar um AWS Secrets 
Managersegredo para armazenar as informações e adicioná-las ao seu SageMaker domínio ou perfil 
de usuário da Amazon. Observe que você pode adicionar um segredo ao Domínio e ao perfil do 
usuário, mas o Canvas procura os segredos no perfil do usuário primeiro.

Para adicionar um segredo ao seu Domínio ou perfil de usuário, faça o seguinte:

1. Acesse o  SageMaker console da Amazon.

2. No painel de navegação, escolha Domínios.

3. Na lista Domínios, selecione seu Domínio.

a. Para adicionar seu segredo ao Domínio, faça o seguinte:

i. Escolha o Domínio.

ii. Na página Configurações do Domínio, escolha a guia Configurações do Domínio.

iii. Selecione a opção Editar.

b. Para adicionar um segredo ao seu perfil de usuário, faça o seguinte:

i. Escolha o Domínio do usuário.

ii. Na página de Configurações do Domínio, escolha o perfil do usuário.

iii. Na página Detalhes do usuário, selecione Editar.

4. No painel de navegação, escolha Configurações do Canvas.

5. Para as Configurações do OAuth, escolha Adicionar configuração OAuth.
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6. Em Fonte de dados, selecione Snowflake.

7. Em Configuração do segredo, selecione Criar novo segredo. Como alternativa, se você já criou 
um segredo AWS Secrets Manager com suas credenciais, insira o ARN do segredo. Para criar 
um novo segredo, faça o seguinte:

a. Em Provedor de identidade, selecione SNOWFLAKE.

b. Para ID do cliente, Segredo do cliente, URL de autorização e URL do token, insira todas as 
informações que você coletou do provedor de identidade no procedimento anterior.

8. Salve suas configurações de Domínio ou perfil de usuário.

Agora você será capaz de criar uma conexão com seus dados no Snowflake a partir do Canvas.

Importar dados para o Canvas

O Amazon SageMaker Canvas oferece suporte à importação de dados tabulares, de imagens e 
documentos. Você pode importar dados de fontes de dados locais e externas para o Canvas. Use os 
conjuntos de dados que você importa para criar modelos e fazer previsões para outros conjuntos de 
dados.

Cada caso de uso para o qual você pode criar um modelo personalizado aceita diferentes tipos 
de entrada. Por exemplo, se você quiser criar um modelo de classificação de imagem de rótulo 
único, deverá importar dados de imagem. Para obter mais informações sobre os diversos tipos 
diferentes de modelo e os dados que eles aceitam, consulte Criar um modelo personalizado. Você 
pode importar dados e criar modelos personalizados no SageMaker Canvas para os seguintes tipos 
de dados:

• Tabular (CSV, parquet ou tabelas)

• Categórico – Use dados categóricos para criar modelos personalizados de previsão categórica 
para previsão de 2 e 3 ou mais categorias.

• Numérico – Use dados numéricos para criar modelos personalizados de previsão numérica.

• Texto – Use dados de texto para criar modelos personalizados de previsão de texto em várias 
categorias.

• Séries temporais – Use dados de séries temporais para criar modelos personalizados de 
previsão de séries temporais.

• Imagem (JPG ou PNG) – Use dados de imagem para criar modelos personalizados de previsão de 
imagem com rótulo único.
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• Documento (PDF, JPG, PNG, TIFF) — Os dados do documento são suportados somente para 
eady-to-use modelos SageMaker Canvas R. Para saber mais sobre eady-to-use os modelos R que 
podem fazer previsões para dados de documentos, consulteUse eady-to-use modelos R.

Você pode importar dados para o Canvas a partir das seguintes fontes de dados:

• Arquivos locais no seu computador

• Buckets do Amazon S3

• Amazon Redshift

• AWS Glue Data Catalog por meio da Amazon Athena

• Amazon Aurora

• Amazon Relational Database Service (Amazon RDS)

• Salesforce Data Cloud

• Snowflake

• Databricks, SQLServer, MariaDB e outros bancos de dados populares por meio de conectores 
JDBC

• Mais de 40 plataformas SaaS externas, como a SAP OData

Para obter uma lista completa de fontes de dados das quais você pode importar, consulte a tabela a 
seguir:

Origem Tipo Tipos de dados compatíveis

Upload de arquivos locais Local Tabular, Imagem, Documento

Amazon Aurora Internos da Amazon Tabular

Bucket do Amazon S3 Internos da Amazon Tabular, Imagem, Documento

Amazon RDS Internos da Amazon Tabular

Amazon Redshift Internos da Amazon Tabular

AWS Glue Data Catalog (por 
meio da Amazon Athena)

Internos da Amazon Tabular
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Origem Tipo Tipos de dados compatíveis

Databricks Externo Tabular

Snowflake Externo Tabular

Salesforce Data Cloud Externo Tabular

SQLServer Externo Tabular

MySQL Externo Tabular

PostgreSQL Externo Tabular

MariaDB Externo Tabular

Amplitude Plataforma SaaS externa Tabular

CircleCI Plataforma SaaS externa Tabular

DocuSign Monitorar Plataforma SaaS externa Tabular

Domo Plataforma SaaS externa Tabular

Datadog Plataforma SaaS externa Tabular

Dynatrace Plataforma SaaS externa Tabular

Facebook Ads Plataforma SaaS externa Tabular

Facebook Page Insights Plataforma SaaS externa Tabular

Google Ads Plataforma SaaS externa Tabular

Google Analytics 4 Plataforma SaaS externa Tabular

Google Search Console Plataforma SaaS externa Tabular

GitHub Plataforma SaaS externa Tabular

GitLab Plataforma SaaS externa Tabular
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Origem Tipo Tipos de dados compatíveis

Infor Nexus Plataforma SaaS externa Tabular

Instagram Ads Plataforma SaaS externa Tabular

Jira Cloud Plataforma SaaS externa Tabular

LinkedIn Anúncios Plataforma SaaS externa Tabular

LinkedIn Anúncios Plataforma SaaS externa Tabular

Mailchimp Plataforma SaaS externa Tabular

Marketo Plataforma SaaS externa Tabular

Microsoft Teams Plataforma SaaS externa Tabular

Mixpanel Plataforma SaaS externa Tabular

Okta Plataforma SaaS externa Tabular

Salesforce Plataforma SaaS externa Tabular

Salesforce Marketing Cloud Plataforma SaaS externa Tabular

Salesforce Pardot Plataforma SaaS externa Tabular

SAP OData Plataforma SaaS externa Tabular

SendGrid Plataforma SaaS externa Tabular

ServiceNow Plataforma SaaS externa Tabular

Singular Plataforma SaaS externa Tabular

Slack Plataforma SaaS externa Tabular

Stripe Plataforma SaaS externa Tabular

Trend Micro Plataforma SaaS externa Tabular
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Origem Tipo Tipos de dados compatíveis

Typeform Plataforma SaaS externa Tabular

Veeva Plataforma SaaS externa Tabular

Zendesk Plataforma SaaS externa Tabular

Zendesk Chat Plataforma SaaS externa Tabular

Zendesk Sell Plataforma SaaS externa Tabular

Zendesk Sunshine Plataforma SaaS externa Tabular

Zoom Meetings Plataforma SaaS externa Tabular

Para obter instruções sobre como importar dados e informações sobre os requisitos de dados de 
entrada, como o tamanho máximo do arquivo para imagens, consulte Criar um conjunto de dados.

O Canvas também fornece vários conjuntos de dados de amostra em seu aplicativo para ajudá-lo a 
começar. Para saber mais sobre os conjuntos de dados SageMaker de amostra fornecidos com os 
quais você pode experimentar, consulte Usar conjuntos de dados de amostra.

Depois de importar um conjunto de dados para o Canvas, você pode atualizar o conjunto de dados 
a qualquer momento. Você pode fazer uma atualização manual ou configurar um cronograma para 
atualizações automáticas do conjunto de dados. Para ter mais informações, consulte Atualizar um 
conjunto de dados.

Para obter mais informações específicas para cada tipo de conjunto de dados, consulte as seguintes 
seções:

Tabular

Para importar dados de uma fonte de dados externa (como um banco de dados Snowflake ou uma 
plataforma SaaS), você deve se autenticar e se conectar à fonte de dados no aplicativo Canvas. 
Para ter mais informações, consulte Conectar-se à fonte de dados.

Depois de criar conjuntos de dados no Canvas, você pode unir vários conjuntos de dados em um 
único conjunto de dados. A união de conjuntos de dados só é compatível com conjuntos de dados 
tabulares. Desde que seus dados estejam organizados em tabelas, você pode unir conjuntos de 
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dados de várias fontes, como Amazon Redshift, Amazon Athena ou Snowflake. Para obter mais 
informações sobre como unir conjuntos de dados, consulte Junte dados que você importou para o 
SageMaker Canvas.

Imagem

Para obter informações sobre como editar um conjunto de dados de imagem e realizar tarefas como 
atribuir ou reatribuir rótulos, adicionar imagens ou excluir imagens, consulte Editar um conjunto de 
dados de imagem.

Criar um conjunto de dados

As seções a seguir descrevem como criar um conjunto de dados no Amazon SageMaker Canvas. 
Para modelos personalizados, você pode criar conjuntos de dados para dados tabulares e de 
imagem. Para eady-to-use modelos R, você pode usar conjuntos de dados tabulares e de imagem, 
bem como conjuntos de dados de documentos. Escolha seu fluxo de trabalho com base nas 
informações a seguir:

• Para dados categóricos, numéricos, de texto e de séries temporais, consulte Importar dados 
tabulares.

• Para dados de imagem, consulte Importar dados de imagem.

• Para obter dados do documento, consulteImportar dados do documento.

Note

Para obter informações sobre como importar um conjunto de dados de documentos para 
eady-to-use modelos R que aceitam dados de documentos, consulte o Importar dados do 
documento fluxo de trabalho na documentação dos eady-to-use modelos R.

Um conjunto de dados pode consistir em vários arquivos. Por exemplo, você pode ter vários arquivos 
de dados de inventário no formato CSV. Você pode carregar esses arquivos juntos como um 
conjunto de dados, desde que o esquema (ou os nomes das colunas e os tipos de dados) dos 
arquivos correspondam.

O Canvas também é compatível com o gerenciamento de várias versões do seu conjunto de dados. 
Quando você cria um conjunto de dados, a primeira versão é rotulada como V1. Você pode criar uma 
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nova versão do seu conjunto de dados atualizando seu conjunto de dados. Você pode fazer uma 
atualização manual ou configurar um cronograma automatizado para atualizar seus conjuntos de 
dados com dados novos. Para ter mais informações, consulte Atualizar um conjunto de dados.

Ao importar seus dados para o Canvas, certifique-se de que eles atendam aos requisitos da tabela a 
seguir. As limitações são específicas para o tipo de modelo que você está criando.

Limite Modelos de 2 
categorias, 3 ou 
mais categorias, 
numéricos e de 
séries temporais

Modelos de 
previsão de texto

Modelos de 
previsão de 
imagem

*Dados do 
documento para 
modelos R eady-
to-use

Tipos de 
arquivos 
compatíveis

CSV e Parquet 
(upload local, 
Amazon S3 
ou bancos de 
dados)

JSON (bancos 
de dados)

CSV e Parquet 
(upload local, 
Amazon S3 
ou bancos de 
dados)

JSON (bancos 
de dados)

JPG, PNG PDF, JPG, PNG, 
TIFF

Tamanho 
máximo do 
arquivo

5 GB (para todos 
os arquivos no 
conjunto de 
dados)

5 MB (para todos 
os arquivos no 
conjunto de 
dados)

30 MB por 
imagem

5 MB por 
documento

Número máximo 
de arquivos em 
conjuntos de 
dados tabulares

50 50 N/D N/D

Número máximo 
de arquivos em 
conjuntos de 
dados tabulares 
para um único 
upload manual

20 20 N/D N/D
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Limite Modelos de 2 
categorias, 3 ou 
mais categorias, 
numéricos e de 
séries temporais

Modelos de 
previsão de texto

Modelos de 
previsão de 
imagem

*Dados do 
documento para 
modelos R eady-
to-use

Número máximo 
de colunas

1000 1000 N/D N/D

Número máximo 
de entradas 
(linhas, imagens 
ou documento 
s) para Criações 
rápidas

50.000 linhas 7.500 linhas 5.000 imagens N/D

Número máximo 
de entradas 
(linhas, imagens 
ou documento 
s) para Criações 
padrão

N/D 150.000 linhas 180.000 imagens N/D

Número mínimo 
de entradas 
(linhas) para
Criações rápidas

2 categorias: 500 
linhas

3 ou mais 
categorias, 
numéricas, 
séries temporais 
: N/D

N/D N/D N/D

Número mínimo 
de entradas 
(linhas, imagens 
ou documento 
s) para Criações 
padrão

250 linhas 50 linhas 50 imagens N/D
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Limite Modelos de 2 
categorias, 3 ou 
mais categorias, 
numéricos e de 
séries temporais

Modelos de 
previsão de texto

Modelos de 
previsão de 
imagem

*Dados do 
documento para 
modelos R eady-
to-use

Número mínimo 
de entradas 
(linhas ou 
imagens) por 
rótulo

N/D 25 linhas 25 linhas N/D

Número mínimo 
de rótulos

2 categorias: 2

3 ou mais 
categorias: 3

Numérico, série 
temporal: N/D

2 2 N/D

Tamanho 
mínimo da 
amostra para 
amostragem 
aleatória

500 N/D N/D N/D

Tamanho 
máximo da 
amostra para 
amostragem 
aleatória

40.000 N/D N/D N/D
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Limite Modelos de 2 
categorias, 3 ou 
mais categorias, 
numéricos e de 
séries temporais

Modelos de 
previsão de texto

Modelos de 
previsão de 
imagem

*Dados do 
documento para 
modelos R eady-
to-use

Número máximo 
de rótulos

2 categorias: 2

3 ou mais 
categorias, 
numéricas, 
séries temporais 
: N/D

1000 1000 N/D

*Atualmente, os dados do documento são compatíveis apenas com eady-to-use modelos R que 
aceitam dados do documento. Você não pode criar um modelo personalizado com dados do 
documento.

Observe, também, as seguintes restrições:

• Para dados tabulares, o Canvas não permite selecionar qualquer arquivo com extensões 
diferentes de .csv, .parquet, .parq e .pqt para upload local e importação do Amazon S3. Os 
arquivos CSV devem ser delimitados por vírgula e não ter caracteres de nova linha, exceto quando 
denotam uma nova linha.

• Para dados tabulares usando arquivos Parquet, observe o seguinte:

• Os arquivos Parquet não podem incluir tipos complexos, como mapas e listas.

• Os nomes das colunas dos arquivos do Parquet não podem conter espaços.

• Se estiver usando compactação, os arquivos Parquet devem usar os tipos de compactação gzip 
ou snappy. Para obter mais informações sobre os tipos de compactação anteriores, consulte a
documentação do gzip e a documentação do snappy.

• Para dados de imagem, se você tiver imagens não rotuladas, deverá rotulá-las antes de criar 
seu modelo. Para obter informações sobre como atribuir rótulos a imagens dentro do aplicativo 
Canvas, consulte Editar um conjunto de dados de imagem.

• Se você configurar atualizações automáticas de conjuntos de dados ou configurações automáticas 
de previsão em lote, só poderá criar um total de 20 configurações em seu aplicativo Canvas. Para 
ter mais informações, consulte Gerenciar automações.
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Depois de importar um conjunto de dados, você pode visualizá-lo na página Conjuntos de dados a 
qualquer momento.

Importar dados tabulares

Com os conjuntos de dados tabulares, você pode criar modelos de previsão categóricos, numéricos, 
de séries temporais e de texto. Revise a tabela de limitações na seção anterior Importar um conjunto 
de dados para garantir que seus dados atendam aos requisitos de dados tabulares (observe que os 
limites de tamanho de amostra só se aplicam ao visualizar seus dados antes de criar seu modelo).

Use o procedimento a seguir para importar um conjunto de dados tabular para o Canvas:

1. Abra seu aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Conjunto de dados.

3. Escolha Importar.

4. Na caixa de diálogo pop-up, no campo Nome do conjunto de dados, insira um nome para o 
conjunto de dados e escolha Criar.

5. Na página Importar, abra o menu suspenso Fonte de dados.

6. Selecione sua fonte de dados:

• Para fazer upload de arquivos do seu computador, selecione Upload local.

• Para importar dados de outra fonte, como um bucket do Amazon S3 ou um banco de dados 
Snowflake, pesquise sua fonte de dados na barra de pesquisa de fonte de dados. Em seguida, 
escolha o bloco para a fonte de dados desejada.

Note

Você só pode importar dados dos blocos que têm uma conexão ativa. Se você quiser 
se conectar a uma fonte de dados que não está disponível para você, entre em 
contato com o administrador. Se você for administrador, consulte Conectar-se à fonte 
de dados.

A captura de tela a seguir mostra o menu suspenso Fonte de dados.
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7. (Opcional) Se você estiver se conectando a um banco de dados Amazon Redshift ou Snowflake 
pela primeira vez, uma caixa de diálogo será exibida para criar uma conexão. Preencha a 
caixa de diálogo com suas credenciais e escolha Criar conexão. Se você já tiver uma conexão, 
escolha sua conexão.

8. Na sua fonte de dados, selecione os arquivos a serem importados. Para upload e importação 
locais do Amazon S3, você pode selecionar arquivos. Somente para o Amazon S3, você 
também tem a opção de inserir diretamente o URI ou ARN do S3 do seu bucket no campo Input 
S3 endpoint e, em seguida, escolher os arquivos a serem importados. Para fontes de banco de 
drag-and-drop dados, você pode usar tabelas de dados no painel de navegação esquerdo.

9. (Opcional) Para fontes de dados tabulares compatíveis com consultas SQL (como Amazon 
Redshift, Amazon Athena ou Snowflake), você pode escolher Editar em SQL para fazer 
consultas SQL e unir tabelas antes de importá-las. Para ter mais informações, consulte Junte 
dados que você importou para o SageMaker Canvas.

A captura de tela a seguir mostra a visualização Editar SQL de uma fonte de dados do Amazon 
Athena.
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10. (Opcional) Você pode escolher Visualização para visualizar seu conjunto de dados antes de 
importá-lo. Para conjuntos de dados tabulares, são mostradas até as primeiras 100 linhas do 
seu conjunto de dados. A captura de tela a seguir mostra a tela de Visualização da importação

11. Quando você estiver pronto para importar seus dados, escolha Importar dados.

Enquanto seu conjunto de dados está sendo importado para o Canvas, você pode ver seus 
conjuntos de dados listados na página Conjuntos de dados. Nesta página, você pode Visualizar os 
detalhes do conjunto de dados.

Quando o Status do seu conjunto de dados é exibido como Ready, o Canvas importou seus dados 
com sucesso e você pode continuar com a construção de um modelo.

Se você tiver uma conexão com uma fonte de dados, como um banco de dados do Amazon Redshift 
ou um conector SaaS, poderá retornar a essa conexão. Para o Amazon Redshift e o Snowflake, você 
pode adicionar outra conexão criando outro conjunto de dados, retornando à página Importar dados
e escolhendo o bloco da fonte de dados para essa conexão. No menu suspenso, você pode abrir a 
conexão anterior ou escolher Adicionar conexão.

Note

Para plataformas SaaS, você só pode ter uma conexão por fonte de dados.
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Importar dados de imagem

Com conjuntos de dados de imagem, você pode criar modelos personalizados de previsão de 
imagem de rótulo único que preveem um rótulo para uma imagem. Revise as limitações na seção 
anterior Importar conjunto de dados para garantir que o conjunto de dados de imagem atenda aos 
requisitos de dados da imagem.

Note

Você só pode importar conjuntos de dados de imagens por upload de arquivo local ou de um 
bucket do Amazon S3. Além disso, para conjuntos de dados de imagens, você deve ter pelo 
menos 25 imagens por rótulo.

Use o procedimento a seguir para importar um conjunto de dados de imagem para o Canvas:

1. Abra seu aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Conjunto de dados.

3. Escolha Criar.

4. No menu suspenso, escolha Imagem.

5. Na caixa de diálogo pop-up, no campo Nome do conjunto de dados, insira um nome para o 
conjunto de dados e escolha Criar.

6. Na página Importar, abra o menu suspenso Fonte de dados.

7. Selecione sua fonte de dados. Para fazer upload de arquivos do seu computador, selecione
Upload local. Para importar arquivos do Amazon S3, escolha Amazon S3.

8. No seu computador ou bucket do Amazon S3, selecione as imagens ou pastas de imagens que 
você deseja carregar.

9. Quando você estiver pronto para importar seus dados, escolha Importar dados.

Enquanto seu conjunto de dados está sendo importado para o Canvas, você pode ver seus 
conjuntos de dados listados na página Conjuntos de dados. Nesta página, você pode Visualizar os 
detalhes do conjunto de dados.

Quando o Status do seu conjunto de dados é exibido como Ready, o Canvas importou seus dados 
com sucesso e você pode continuar com a construção de um modelo.
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Ao criar seu modelo, você pode editar seu conjunto de dados de imagem e atribuir ou reatribuir 
rótulos, adicionar imagens ou excluir imagens do seu conjunto de dados. Para obter mais 
informações sobre como editar seu conjunto de dados de imagens, consulte Editar um conjunto de 
dados de imagem.

Importar dados do documento

Os eady-to-use modelos R para análise de despesas, análise de documentos de identidade, análise 
de documentos e consultas de documentos suportam dados de documentos. Você não pode criar 
um modelo personalizado com dados do documento.

Com conjuntos de dados de documentos, você pode gerar previsões para modelos R eady-to-use de 
análise de despesas, análise de documentos de identidade, análise de documentos e consultas de 
documentos. Revise a tabela de limitações na seção Criar um conjunto de dados para garantir que o 
conjunto de dados do documento atenda aos requisitos de dados do documento.

Note

Você só pode importar conjuntos de dados de documentos por upload de arquivo local ou de 
um bucket do Amazon S3.

Use o procedimento a seguir para importar um conjunto de dados do documento para o Canvas:

1. Abra seu aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Conjunto de dados.

3. Escolha Criar.

4. No menu suspenso, escolha Documento.

5. Na caixa de diálogo pop-up, no campo Nome do conjunto de dados, insira um nome para o 
conjunto de dados e escolha Criar.

6. Na página Importar, abra o menu suspenso Fonte de dados.

7. Selecione sua fonte de dados. Para fazer upload de arquivos do seu computador, selecione
Upload local. Para importar arquivos do Amazon S3, escolha Amazon S3.

8. No seu computador ou bucket do Amazon S3, selecione os arquivos de documentos que você 
deseja carregar.

9. Quando você estiver pronto para importar seus dados, escolha Importar dados.
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Enquanto seu conjunto de dados está sendo importado para o Canvas, você pode ver seus 
conjuntos de dados listados na página Conjuntos de dados. Nesta página, você pode Visualizar os 
detalhes do conjunto de dados.

Quando o Status do seu conjunto de dados é exibido como Ready, o Canvas importou seus dados 
com sucesso.

Na página Conjuntos de dados, você pode escolher seu conjunto de dados para visualizá-lo, o que 
mostra até os primeiros 100 documentos do seu conjunto de dados.

Visualizar os detalhes do conjunto de dados

Para cada um dos seus conjuntos de dados, você pode visualizar todos os arquivos em um conjunto 
de dados, o histórico de versões do conjunto de dados e todas as configurações de atualização 
automática do conjunto de dados. Na página Conjunto de dados, você também pode iniciar ações 
como Atualizar um conjunto de dados ou Criar um modelo personalizado.

Para visualizar os detalhes de um conjunto de dados, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Conjunto de dados.

3. Na lista de conjuntos de dados, escolha seu conjunto de dados.

Na guia Dados, você pode ver uma prévia dos seus dados. Se você escolher Detalhes do conjunto 
de dados, poderá ver todos os arquivos que fazem parte do seu conjunto de dados. Escolha um 
arquivo para ver somente os dados desse arquivo na visualização. Para conjuntos de dados de 
imagens, a visualização mostra apenas as 100 primeiras imagens do seu conjunto de dados.

Na guia Histórico de versões, você pode ver uma lista de todas as versões do seu conjunto de 
dados. Uma nova versão é criada sempre que você atualiza um conjunto de dados. Para saber mais 
sobre como atualizar um conjunto de dados, consulte Atualizar um conjunto de dados. A captura de 
tela a seguir mostra a guia Histórico de versões no aplicativo Canvas.
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Na guia Atualizações automáticas, você pode habilitar as atualizações automáticas para o conjunto 
de dados e definir uma configuração para atualizar seu conjunto de dados regularmente. Para 
saber mais sobre como configurar atualizações automáticas para um conjunto de dados, consulte
Configurar atualizações automáticas para um conjunto de dados. A captura de tela a seguir mostra a 
guia Atualizações automáticas com as atualizações automáticas ativadas e uma lista dos trabalhos 
de atualização automática que foram executados no conjunto de dados.
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Atualizar um conjunto de dados

Depois de importar seu conjunto de dados inicial para o Amazon SageMaker Canvas, você pode 
ter dados adicionais que deseja adicionar ao seu conjunto de dados. Por exemplo, você pode obter 
dados de inventário no final de cada semana que deseja adicionar ao seu conjunto de dados. Em 
vez de importar seus dados várias vezes, você pode atualizar seu conjunto de dados existente e 
adicionar ou remover arquivos dele.

Note

Você só pode atualizar conjuntos de dados importados por meio de upload local ou do 
Amazon S3.
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Você pode atualizar seu conjunto de dados manual ou automaticamente. Com as atualizações 
automáticas, você especifica um local onde o Canvas verifica os arquivos na frequência especificada 
por você. Se você importar novos arquivos durante a atualização, o esquema dos arquivos deverá 
corresponder exatamente ao conjunto de dados existente.

Toda vez que você atualiza seu conjunto de dados, o Canvas cria uma nova versão dele. Você 
pode usar somente a versão mais recente do seu conjunto de dados para criar um modelo ou gerar 
previsões. Para obter mais informações sobre como visualizar o histórico de versões do seu conjunto 
de dados, consulte Visualizar os detalhes do conjunto de dados.

Você também pode usar atualizações de conjuntos de dados com previsões de lote automatizadas, o 
que inicia um trabalho de previsão em lote sempre que você atualiza seu conjunto de dados. Para ter 
mais informações, consulte Faça previsões em lote.

As seções a seguir descrevem como fazer atualizações manuais e automáticas em seu conjunto de 
dados.

Atualizar manualmente um conjunto de dados

Para fazer uma atualização manual, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Conjunto de dados.

3. Na lista de conjuntos de dados, escolha o conjunto de dados que você deseja atualizar.

4. Escolha o menu suspenso Atualizar conjunto de dados e escolha Atualização manual. Você será 
direcionado ao fluxo de trabalho de importação de dados.

5. No menu suspenso Fonte de dados, escolha Upload local ou Amazon S3.

6. A página mostra uma prévia dos seus dados. A partir daqui, você pode adicionar ou remover 
arquivos do conjunto de dados. Se você estiver importando dados tabulares, o esquema dos 
novos arquivos (nomes de colunas e tipos de dados) deverá corresponder ao esquema dos 
arquivos existentes. Além disso, seus novos arquivos não devem exceder o tamanho máximo do 
conjunto de dados ou do arquivo. Para obter mais informações sobre essas limitações, consulte
Importar conjunto de dados.

Note

Se você adicionar um arquivo com o mesmo nome de um arquivo existente no seu 
conjunto de dados, o novo arquivo substituirá a versão antiga do arquivo.
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7. Quando estiver pronto para salvar suas alterações, escolha Atualizar conjunto de dados.

Agora você tem uma nova versão do conjunto de dados.

Na página Conjuntos de dados, você pode escolher a guia Histórico da versões para ver todas as 
versões do seu conjunto de dados e o histórico das atualizações manuais e automáticas que você 
fez.

Configurar atualizações automáticas para um conjunto de dados

Uma atualização automática é quando você define uma configuração para o Canvas atualizar seu 
conjunto de dados em uma determinada frequência. Recomendamos que você use essa opção se 
receber regularmente novos arquivos de dados que deseja adicionar ao seu conjunto de dados.

Ao definir a configuração de atualização automática, você especifica um local do Amazon S3 para 
carregar seus arquivos e uma frequência na qual o Canvas verifica o local e importa arquivos. Cada 
instância do Canvas que atualiza seu conjunto de dados é chamada de trabalho. Para cada trabalho, 
o Canvas importa todos os arquivos no local do Amazon S3. Se você adicionar novos arquivos com 
o mesmo nome de arquivos existentes no seu conjunto de dados, o Canvas substituirá os arquivos 
antigos pelos novos.

Para atualizações automáticas do conjunto de dados, o Canvas não realiza a validação do esquema. 
Se o esquema dos arquivos importados durante uma atualização automática não corresponder ao 
esquema dos arquivos existentes ou exceder as limitações de tamanho (consulte Importar conjunto 
de dados para obter uma tabela de limitações de tamanho de arquivo), você receberá erros quando 
seus trabalhos forem executados.

Note

Você só pode definir no máximo 20 configurações automáticas no seu aplicativo Canvas. 
Além disso, o Canvas só faz atualizações automáticas enquanto você está conectado ao 
seu aplicativo Canvas. Se você se desconectar do seu aplicativo Canvas, as atualizações 
automáticas serão pausadas até que você faça login novamente.

Para configurar atualizações automáticas para seu conjunto de dados, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Conjunto de dados.
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3. Na lista de conjuntos de dados, escolha o conjunto de dados que você deseja atualizar.

4. Escolha o menu suspenso Atualizar conjunto de dados e escolha Atualização automática. Você 
será direcionado para a guia Atualizações automáticas do conjunto de dados.

5. Ative o botão Habilitar atualização automática.

6. Em Especificar uma fonte de dados, insira o caminho do Amazon S3 da pasta na qual você 
planeja fazer upload de arquivos regularmente.

7. Em Escolher uma frequência, selecione Por hora, Semanalmente ou Diariamente.

8. Em Especificar um horário de início, use o calendário e o seletor de horário para selecionar 
quando você deseja que o primeiro trabalho de atualização automática seja iniciado.

9. Quando estiver pronto para criar a configuração de atualização automática, selecione Salvar.

O Canvas iniciará o primeiro trabalho de sua cadência de atualização automática no horário de início 
especificado.

Para obter mais informações sobre como visualizar seu histórico de trabalhos de atualização 
automática ou fazer alterações em sua configuração de atualização automática por meio da página
Automações no aplicativo Canvas, consulte Gerenciar automações.

As seções a seguir descrevem como visualizar, atualizar e excluir sua configuração de atualização 
automática por meio da página Conjuntos de dados no aplicativo Canvas.

Visualizar seus trabalhos de atualização automática do conjunto de dados

Para visualizar o histórico de trabalhos das atualizações automáticas do seu conjunto de dados, na 
página de detalhes do conjunto de dados, escolha a guia Atualizações automáticas.

Cada atualização automática de um conjunto de dados é exibida como um trabalho na guia
Atualizações automáticas, na seção Histórico de trabalhos. Para cada trabalho, você verá o seguinte:

• Trabalho criado – O carimbo de data-hora de quando o Canvas começou a atualizar o conjunto de 
dados.

• Arquivos – O número de arquivos no conjunto de dados.

• Células (colunas x linhas) – O número de colunas e linhas no conjunto de dados.

• Status – O status do conjunto de dados após a atualização. Se o trabalho tiver sido bem-sucedido, 
o status será Pronto. Se o trabalho falhar por algum motivo, o status será Com falha e você poderá 
passar o mouse sobre o status para obter mais detalhes.
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Editar sua configuração de atualização automática do conjunto de dados

É possível fazer alterações na configuração de atualização automática de um conjunto de dados, 
como alterar a frequência das atualizações. Você também pode desativar sua configuração de 
atualização automática para pausar as atualizações do seu conjunto de dados.

Para fazer alterações na configuração de atualização automática de um conjunto de dados, acesse 
a guia Atualizações automáticas do seu conjunto de dados e escolha Editar para fazer alterações na 
configuração.

Para pausar as atualizações do conjunto de dados, desative sua configuração automática. Você 
pode desativar as atualizações automáticas acessando a guia Atualizações automáticas do seu 
conjunto de dados e desativando a opção Habilitar atualizações automáticas. Você pode ativar essa 
opção novamente a qualquer momento para retomar o cronograma de atualizações.

Excluir sua configuração de atualização automática do conjunto de dados

Para saber como excluir sua configuração, consulte Excluir uma configuração automática.

Conectar-se à fonte de dados

No Amazon SageMaker Canvas, você pode importar dados de um local fora do seu sistema de 
arquivos local por meio de um AWS serviço, uma plataforma SaaS ou outros bancos de dados 
usando conectores JDBC. Por exemplo, para importar tabelas de um data warehouse no Amazon 
Redshift ou para importar dados do Google Analytics.

Ao passar pelo fluxo de trabalho de Importação para importar dados no aplicativo Canvas, você 
pode escolher sua fonte de dados e, em seguida, selecionar os dados que deseja importar. Para 
determinadas fontes de dados, como o Snowflake e o Amazon Redshift, você deve especificar suas 
credenciais e adicionar uma conexão à fonte de dados.

A captura de tela a seguir mostra a barra de ferramentas das fontes de dados no fluxo de trabalho 
de Importação, com todas as fontes de dados disponíveis destacadas. Você só pode importar dados 
das fontes de dados que estão disponíveis para você. Entre em contato com o administrador se a 
fonte de dados desejada não estiver disponível.

Importar dados para o Canvas 808



Amazon SageMaker Guia do Desenvolvedor

As seções a seguir fornecem informações sobre como estabelecer conexões com fontes de dados 
externas e importar dados delas. Analise primeiro a seção a seguir para determinar quais permissões 
você precisa para importar dados da sua fonte de dados.

Permissões

Analise as informações a seguir para garantir que você tenha as permissões necessárias para 
importar dados da sua fonte de dados:

• Amazon S3: você pode importar dados de qualquer bucket do Amazon S3, desde que seu usuário 
tenha permissões para acessar o bucket. Para obter mais informações sobre o uso do IAM AWS 
para controlar o acesso aos buckets do Amazon S3, consulte Identity and Access Management no 
Amazon S3 no Guia do usuário do Amazon S3.

• Amazon Athena: Se você tiver a AmazonSageMakerFullAccesspolítica e a
AmazonSageMakerCanvasFullAccesspolítica vinculadas à função de execução do seu usuário, 
poderá consultá-la AWS Glue Data Catalog com o Amazon Athena. Se você faz parte de um 
grupo de trabalho do Athena, certifique-se de que o usuário do Canvas tenha as permissões para 
executar consultas do Athena nos dados. Para obter mais informações, consulte Usar grupos de 
trabalho para executar consultas no Manual do usuário do Amazon Athena.

• Amazon DocumentDB: Você pode importar dados de qualquer banco de dados Amazon 
DocumentDB, desde que tenha as credenciais (nome de usuário e senha) para se conectar ao 
banco de dados e tenha as permissões básicas mínimas do Canvas associadas à função de 
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execução do seu usuário. Para obter mais informações sobre as permissões do Canvas, consulte
Pré-requisitos para configurar o Amazon Canvas SageMaker  o.

• Amazon Redshift: para dar a si mesmo as permissões necessárias para importar dados do 
Amazon Redshift, consulte Conceder permissões aos usuários para importar dados do Amazon 
Redshift.

• Amazon RDS: Se você tiver a AmazonSageMakerCanvasFullAccesspolítica anexada à função 
de execução do seu usuário, poderá acessar seus bancos de dados do Amazon RDS a partir do 
Canvas.

• Plataformas SaaS: se você tiver a AmazonSageMakerFullAccesspolítica e a
AmazonSageMakerCanvasFullAccesspolítica vinculadas à função de execução do seu usuário, 
terá as permissões necessárias para importar dados das plataformas SaaS. Consulte Usar 
conectores SaaS com o Canvas para obter mais informações sobre como se conectar-se a um 
conector SaaS específico.

• Conectores JDBC: para fontes de banco de dados como Databricks, MySQL ou MariaDB, você 
deve habilitar a autenticação de nome de usuário e senha no banco de dados de origem antes 
de tentar se conectar a partir do Canvas. Se você estiver se conectando a um banco de dados do 
Databricks, deverá ter o URL do JDBC que contém as credenciais necessárias.

Conectar-se a um banco de dados armazenado em AWS

Você pode importar os dados que foram armazenados em AWS. Você pode importar dados do 
Amazon S3, usar o Amazon Athena para consultar um banco de dados no AWS Glue Data Catalog, 
importar dados do Amazon RDS ou fazer uma conexão com um banco de dados do Amazon 
Redshift.

Você pode criar várias conexões com o Amazon Redshift. No Amazon Athena, você pode acessar 
qualquer banco de dados existente em seu AWS Glue Data Catalog. No Amazon S3, você pode 
importar dados de um bucket, desde que tenha as permissões necessárias.

Para obter mais informações, verifique as seções a seguir.

Conectar-se aos dados no Amazon S3, Amazon Athena ou Amazon RDS

No Amazon S3, você pode importar dados de qualquer bucket do Amazon S3, desde que tenha 
permissões para acessar o bucket.

No Amazon Athena, você pode acessar bancos de dados em seu AWS Glue Data Catalog, desde 
que tenha permissões por meio do seu grupo de trabalho do Amazon Athena.
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Para o Amazon RDS, se você tiver a AmazonSageMakerCanvasFullAccesspolítica associada à 
sua função de usuário, poderá importar dados de seus bancos de dados do Amazon RDS para o 
Canvas.

Para importar dados de um bucket do Amazon S3 ou para executar consultas e importar tabelas de 
dados com o Amazon Athena, consulte Criar um conjunto de dados. Você pode importar somente 
dados tabulares do Amazon Athena e pode importar dados tabulares e de imagem do Amazon S3.

Conecte-se a um banco de dados Amazon DocumentDB

O Amazon DocumentDB é um serviço de banco de dados de documentos totalmente gerenciado 
e sem servidor. Você pode importar dados de documentos não estruturados armazenados em um 
banco de dados Amazon DocumentDB SageMaker para o Canvas como um conjunto de dados 
tabular e, em seguida, criar modelos de aprendizado de máquina com os dados.

Important

Seu SageMaker domínio deve ser configurado somente no modo VPC para adicionar 
conexões ao Amazon DocumentDB. Você só pode acessar clusters do Amazon 
DocumentDB na mesma Amazon VPC do seu aplicativo Canvas. Além disso, o Canvas só 
pode se conectar a clusters Amazon DocumentDB habilitados para TLS. Para obter mais 
informações sobre como configurar o Canvas no modo somente VPC, consulte. Configurar o 
Amazon SageMaker Canvas em uma VPC sem acesso à Internet

Para importar dados dos bancos de dados do Amazon DocumentDB, você deve ter credenciais para 
acessar o banco de dados do Amazon DocumentDB e especificar o nome de usuário e a senha ao 
criar uma conexão de banco de dados. Você pode configurar permissões mais granulares e restringir 
o acesso modificando as permissões de usuário do Amazon DocumentDB. Para saber mais sobre o 
controle de acesso no Amazon DocumentDB, consulte Acesso ao banco de dados usando controle 
de acesso baseado em funções no Guia do desenvolvedor do Amazon DocumentDB.

Quando você importa do Amazon DocumentDB, o Canvas converte seus dados não estruturados em 
um conjunto de dados tabular mapeando os campos em colunas em uma tabela. Tabelas adicionais 
são criadas para cada campo complexo (ou estrutura aninhada) nos dados, onde as colunas 
correspondem aos subcampos do campo complexo. Para obter informações mais detalhadas sobre 
esse processo e exemplos de conversão de esquema, consulte a página Amazon DocumentDB 
JDBC Driver Schema Discovery. GitHub
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O Canvas só pode fazer uma conexão com um único banco de dados no Amazon DocumentDB. 
Para importar dados de um banco de dados diferente, você deve criar uma nova conexão.

Você pode importar dados do Amazon DocumentDB para o Canvas usando os seguintes métodos:

• Criar um conjunto de dados. Você pode importar seus dados do Amazon DocumentDB e criar 
um conjunto de dados tabular no Canvas. Se você escolher esse método, siga o procedimento
Importar dados tabulares.

• Crie um fluxo de dados. Você pode criar um pipeline de preparação de dados no Canvas e 
adicionar seu banco de dados Amazon DocumentDB como fonte de dados.

Para continuar com a importação dos dados, siga o procedimento de um dos métodos vinculados na 
lista anterior.

Ao chegar à etapa em qualquer fluxo de trabalho para escolher uma fonte de dados (Etapa 5 para 
criar um conjunto de dados ou Etapa 6 para criar um fluxo de dados), faça o seguinte:

1. Para Fonte de dados, abra o menu suspenso e escolha DocumentDB.

2. Escolha Adicionar conexão.

3. Na caixa de diálogo, especifique suas credenciais do Amazon DocumentDB:

a. Insira um Nome de conexão. Isso é um nome usado pelo Canvas para identificar esta 
conexão.

b. Para Cluster, selecione o cluster no Amazon DocumentDB que armazena seus dados. O 
Canvas preenche automaticamente o menu suspenso com clusters Amazon DocumentDB 
na mesma VPC do seu aplicativo Canvas.

c. Insira o nome de usuário do seu cluster Amazon DocumentDB.

d. Insira a senha do seu cluster Amazon DocumentDB.

e. Insira o nome do banco de dados ao qual você deseja se conectar.

f. A opção de preferência de leitura determina de quais tipos de instâncias no seu cluster 
Canvas lê os dados. Selecione um dos seguintes:

• Preferencial secundário — O Canvas usa como padrão a leitura das instâncias 
secundárias do cluster, mas se uma instância secundária não estiver disponível, o 
Canvas lê a partir de uma instância primária.
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• Secundário — O Canvas lê somente as instâncias secundárias do cluster, o que impede 
que as operações de leitura interfiram nas operações regulares de leitura e gravação do 
cluster.

g. Escolha Adicionar conexão. A imagem a seguir mostra a caixa de diálogo com os campos 
anteriores para uma conexão do Amazon DocumentDB.

Agora você deve ter uma conexão com o Amazon DocumentDB e pode usar seus dados do Amazon 
DocumentDB no Canvas para criar um conjunto de dados ou um fluxo de dados.

Conectar-se a um banco de dados do Amazon Redshift

Você pode importar dados do Amazon Redshift, um data warehouse onde sua organização guarda 
seus dados. Antes de importar dados do Amazon Redshift, o perfil do IAM AWS que você usa deve 
ter a política AmazonRedshiftFullAccess gerenciada anexada. Para obter instruções sobre 
como anexar esta política, consulte Conceder permissões aos usuários para importar dados do 
Amazon Redshift.

Para importar dados do Amazon Redshift, faça o seguinte:
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1. Crie uma conexão com um banco de dados do Amazon Redshift.

2. Alterar os dados que você quer importar.

3. Importe os dados.

Você pode usar o editor Amazon Redshift para arrastar conjuntos de dados para o painel de 
importação e importá-los para o Canvas. SageMaker Para obter mais controle sobre os valores 
retornados no conjunto de dados, use o seguinte:

• Consultas SQL

• Junções

As consultas SQL permitem que você personalize a forma como você importa os valores no conjunto 
de dados. Por exemplo, você pode especificar as colunas retornadas no conjunto de dados ou o 
intervalo de valores de uma coluna.

Você pode usar junções para combinar vários conjuntos de dados do Amazon Redshift em um único 
conjunto de dados. Você pode arrastar seus conjuntos de dados do Amazon Redshift para o painel 
que permite juntar os conjuntos de dados.

Você pode usar o editor SQL para editar o conjunto de dados que você juntou e converter o conjunto 
de dados associado em um único nó. Você pode juntar outro conjunto de dados ao nó. Você pode 
importar os dados que você selecionou para o SageMaker Canvas.

Use o procedimento a seguir para importar dados do Amazon Redshift.

1. No aplicativo SageMaker Canvas, acesse a página Conjuntos de dados.

2. Escolha Criar e, no menu suspenso, escolha Tabular.

3. Insira um nome para o conjunto de dados e escolha Criar.

4. Em Fonte de dados, abra o menu suspenso e escolha Redshift.

5. Escolha Adicionar conexão.

6. Na caixa de diálogo, especifique suas credenciais do Amazon Redshift:

a. Em Método de autenticação, escolha IAM.

b. Insira o Identificador de cluster para especificar a qual cluster você deseja se conectar. 
Insira somente o identificador do cluster e não o endpoint completo do cluster do Amazon 
Redshift.
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c. Insira o Nome do banco de dados do banco de dados ao qual deseja se conectar.

d. Insira um Usuário do banco de dados para identificar o usuário que você deseja usar para 
se conectar ao banco de dados.

e. Para o ARN, insira o ARN do perfil do IAM da função que o cluster do Amazon Redshift 
deve assumir para mover e gravar dados no Amazon S3. Para obter mais informações 
sobre este papel, consulte a seção Autorizando o Amazon Redshift a acessar outros 
serviços AWS em seu nome no Guia de Gerenciamento do Amazon Redshift.

f. Insira um Nome de conexão. Isso é um nome usado pelo Canvas para identificar esta 
conexão.

7. Na guia que tem o nome da sua conexão, arraste o arquivo .csv que você está importando para 
o painel Arrastar e soltar tabela para importar.

8. Opcional: arraste tabelas adicionais para o painel de importação. Você pode usar a GUI para 
juntar as tabelas. Para obter mais especificidade em suas junções, escolha Editar em SQL.

9. Opcional: se você estiver usando SQL para consultar os dados, poderá escolher Contexto para 
adicionar contexto à conexão especificando valores para o seguinte:

• Warehouse

• Database

• Schema

10. Escolha Importar dados.

A imagem a seguir mostra um exemplo de campos especificados para uma conexão do Amazon 
Redshift.
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A imagem a seguir mostra a página usada para juntar conjuntos de dados no Amazon Redshift.

A imagem a seguir mostra uma consulta SQL sendo usada para editar uma junção no Amazon 
Redshift.
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Conectar-se aos seus dados com conectores JDBC

Com o JDBC, você pode se conectar aos seus bancos de dados a partir de fontes como Databricks, 
SQLServer, MySQL, PostgreSQL, MariaDB, Amazon RDS e Amazon Aurora.

Você deve se certificar de que tem as credenciais e permissões necessárias para criar a conexão a 
partir do Canvas.

• Para o Databricks, você deve fornecer um URL do JDBC. A formatação do URL pode variar entre 
as instâncias do Databricks. Para obter informações sobre como encontrar o URL e especificar 
os parâmetros dentro dele, consulte os Parâmetros de configuração e conexão do JDBC na 
documentação do Databricks. O exemplo a seguir é de como um URL pode ser formatado:
jdbc:spark://aws-sagemaker-datawrangler.cloud.databricks.com:443/
default;transportMode=http;ssl=1;httpPath=sql/protocolv1/
o/3122619508517275/0909-200301-cut318;AuthMech=3;UID=token;PWD=personal-
access-token

• Para outras fontes de banco de dados, você deve configurar a autenticação de nome de usuário e 
senha e, em seguida, especificar essas credenciais ao se conectar ao banco de dados a partir do 
Canvas.

Importar dados para o Canvas 817

https://docs.databricks.com/integrations/bi/jdbc-odbc-bi.html#jdbc-configuration-and-connection-parameters


Amazon SageMaker Guia do Desenvolvedor

Além disso, sua fonte de dados deve estar acessível pela Internet pública ou, se seu aplicativo 
Canvas estiver sendo executado somente no modo VPC, a fonte de dados deverá ser executada 
na mesma VPC. Para obter mais informações sobre a configuração do banco de dados do Amazon 
RDS em uma VPC, consulte VPCs do Amazon VPC e do Amazon RDS no Guia do usuário do 
Amazon RDS.

Depois de configurar suas credenciais da fonte de dados, você pode entrar no aplicativo Canvas 
e criar uma conexão com a fonte de dados. Especifique suas credenciais (ou, para o Databricks, o 
URL) ao criar a conexão.

Conectar-se a fontes de dados com o OAuth

O Canvas é compatível com o uso do OAuth como um método de autenticação para se conectar aos 
seus dados no Snowflake e no Salesforce Data Cloud. O OAuth é uma plataforma de autenticação 
comum para conceder acesso a recursos sem compartilhar senhas.

Note

Você só pode estabelecer uma conexão OAuth para cada fonte de dados.

Para autorizar a conexão, você deve seguir a configuração inicial descrita em Configurar conexões 
com fontes de dados com o OAuth.

Depois de configurar as credenciais do OAuth, faça o seguinte para adicionar uma conexão do 
Snowflake ou do Salesforce Data Cloud com o OAuth:

1. Faça login no aplicativo Canvas.

2. Crie um conjunto de dados tabular. Quando solicitado a carregar dados, escolha Snowflake ou 
Salesforce Data Cloud como sua fonte de dados.

3. Crie uma nova conexão com sua fonte de dados do Snowflake ou do Salesforce Data Cloud. 
Especifique o OAuth como método de autenticação e insira os detalhes da sua conexão.

Agora você conseguirá importar dados dos seus bancos de dados no Snowflake ou no Salesforce 
Data Cloud.
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Conectar-se a uma plataforma SaaS

Você pode importar dados do Snowflake e de mais de 40 outras plataformas SaaS externas. Para 
obter uma lista completa de conectores, consulte a tabela em Importar dados para o Canvas.

Note

Você pode importar somente dados tabulares, como tabelas de dados, de plataformas SaaS.

Usar o Snowflake com o Canvas

O Snowflake é um serviço de armazenamento e análise de dados, e você pode importar seus dados 
do Snowflake para o Canvas. SageMaker Para obter mais informações sobre o Snowflake, consulte 
a Documentação do Snowflake.

É possível importar dados da sua conta do Snowflake da seguinte forma:

1. Crie uma conexão com o banco de dados do Snowflake.

2. Escolha os dados a serem importados arrastando e soltando a tabela do menu de navegação 
esquerdo para o editor.

3. Importe os dados.

Você pode usar o editor Snowflake para arrastar conjuntos de dados para o painel de importação 
e importá-los para o Canvas. SageMaker Para obter mais controle sobre os valores retornados no 
conjunto de dados, use o seguinte:

• Consultas SQL

• Junções

As consultas SQL permitem que você personalize a forma como você importa os valores no conjunto 
de dados. Por exemplo, você pode especificar as colunas retornadas no conjunto de dados ou o 
intervalo de valores de uma coluna.

Você pode juntar vários conjuntos de dados do Snowflake em um único conjunto de dados antes de 
importá-los para o Canvas usando SQL ou a interface Canvas. Você pode arrastar seus conjuntos 
de dados do Snowflake para o painel que permite juntar os conjuntos de dados ou pode editar as 
junções em SQL e converter o SQL em um único nó. Você pode juntar outros nós ao nó que você 
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converteu. Em seguida, você pode combinar os conjuntos de dados juntados em um único nó e 
juntar os nós a um conjunto de dados diferente do Snowflake. Finalmente, você pode importar os 
dados selecionados para o Canvas.

Use o procedimento a seguir para importar dados do Snowflake para o Amazon SageMaker Canvas.

1. No aplicativo SageMaker Canvas, acesse a página Conjuntos de dados.

2. Escolha Importar.

3. Em Fonte de dados, abra o menu suspenso e escolha Snowflake.

4. Escolha Adicionar conexão.

5. Na caixa de diálogo Adicionar uma nova conexão do Snowflake, especifique suas credenciais 
do Snowflake. No Método de autenticação, você pode escolher Básico - nome de usuário e 
senha, ARN ou OAuth. O OAuth permite que você se autentique sem fornecer uma senha, mas 
requer configuração adicional. Para obter mais informações sobre como configurar credenciais 
do OAuth para o Snowflake, consulte Configurar conexões com fontes de dados com o OAuth.

6. Escolha Adicionar conexão.

7. Na guia que tem o nome da sua conexão, arraste o arquivo .csv que você está importando para 
o painel Arrastar e soltar tabela para importar.

8. Opcional: arraste tabelas adicionais para o painel de importação. Você pode usar a interface de 
usuário para juntar as tabelas. Para obter mais especificidade em suas junções, escolha Editar 
em SQL.

9. Opcional: se você estiver usando SQL para consultar os dados, poderá escolher Contexto para 
adicionar contexto à conexão especificando valores para o seguinte:

• Warehouse

• Database

• Schema

Adicionar contexto a uma conexão facilita a especificação de futuras consultas.

10. Escolha Importar dados.

A imagem a seguir mostra um exemplo de campos especificados para uma conexão do Snowflake.

Importar dados para o Canvas 820



Amazon SageMaker Guia do Desenvolvedor

A imagem a seguir mostra a página usada para adicionar contexto a uma conexão.
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A imagem a seguir mostra a página usada para juntar conjuntos de dados no Snowflake.
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A imagem a seguir mostra uma consulta SQL sendo usada para editar uma junção no Snowflake.
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Usar conectores SaaS com o Canvas

Note

Para plataformas SaaS além do Snowflake, você só pode ter uma conexão por fonte de 
dados.

Antes de importar dados de uma plataforma SaaS, seu administrador deve se autenticar e criar uma 
conexão com a fonte de dados. Para obter mais informações sobre como os administradores podem 
criar uma conexão com uma plataforma SaaS, consulte Gerenciamento de conexões da AppFlow 
Amazon no Guia do usuário da  AppFlow Amazon.

Se você é um administrador que está começando a usar a Amazon AppFlow pela primeira vez, 
consulte Introdução no Guia do AppFlow usuário da Amazon.
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Para importar dados de uma plataforma SaaS, você pode seguir o procedimento Importar dados 
tabulares padrão, que mostra como importar conjuntos de dados tabulares para o Canvas.

Junte dados que você importou para o SageMaker Canvas

Note

Você só pode fazer junções para conjuntos de dados tabulares no Canvas. SageMaker

Você pode usar o Amazon SageMaker Canvas para unir vários conjuntos de dados em um único 
conjunto de dados. Uma junção combina os dois conjuntos de dados. Por padrão, o SageMaker 
Canvas une automaticamente os conjuntos de dados em seus nomes de colunas correspondentes. A 
opção de combinar vários conjuntos de dados pode permitir que você obtenha mais informações dos 
modelos criados.

É possível fazer as seguintes junções para seus conjuntos de dados:

• Interna – Retorna um conjunto de dados com valores correspondentes nos dois conjuntos de 
dados.

• Esquerda – Retorna um conjunto de dados que tem:

• Todas as linhas do conjunto de dados à esquerda da junção.

• Todas as linhas do conjunto de dados à direita da junção que têm valores correspondentes às 
colunas à esquerda da junção.

• Direita – Retorna um conjunto de dados que tem:

• Todas as linhas do conjunto de dados à direita da junção.

• Todas as linhas do conjunto de dados à esquerda da junção que têm valores correspondentes 
às colunas à direita da junção.

• Externa – Retorna todas as linhas quando há uma correspondência no conjunto de dados 
esquerdo ou direito. O conjunto de dados de uma junção externa pode ter valores nulos que o 
SageMaker Canvas pode imputar quando você cria um modelo.

Use o procedimento a seguir para juntar dois conjuntos de dados.

Para juntar conjuntos de dados, faça o seguinte.

1. Navegue até a página Conjuntos de dados.
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2. Escolha Juntar dados.

3. Arraste e solte os conjuntos de dados que deseja juntar na caixa Arrastar e soltar conjuntos de 
dados para junção.

4. Configurar a junção. O Amazon SageMaker Canvas mostra uma prévia dos dados unidos depois 
que você os configura.

5. Escolha Salvar dados juntados para salvar a saída da junção.

As imagens a seguir mostram o fluxo de trabalho do procedimento anterior.
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Usar conjuntos de dados de amostra

SageMaker O Canvas fornece conjuntos de dados de amostra abordando casos de uso exclusivos 
para que você possa começar a criar, treinar e validar modelos rapidamente sem escrever 
nenhum código. Os casos de uso associados a esses conjuntos de dados destacam os recursos 
do SageMaker Canvas, e você pode aproveitar esses conjuntos de dados para começar a criar 
modelos. Você pode encontrar os conjuntos de dados de amostra na página Conjuntos de dados do 
seu aplicativo SageMaker Canvas.

Conjunto de dados de amostra

Os conjuntos de dados a seguir são os exemplos que o SageMaker Canvas fornece por padrão. 
Esses conjuntos de dados abrangem casos de uso, como previsão de preços imobiliários, 
inadimplência de empréstimos e readmissão de pacientes diabéticos; previsão de vendas; previsão 
de falhas de máquinas para agilizar a manutenção preditiva em unidades de fabricação; e geração 
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de previsões da cadeia de suprimentos para transporte e logística. Os conjuntos de dados são 
armazenados na sample_dataset pasta no bucket SageMaker padrão do Amazon S3 criado para 
sua conta em uma região.

• canvas-sample-diabetic-readmission.csv: Esse conjunto de dados contém dados históricos, 
incluindo mais de quinze recursos com resultados hospitalares e de pacientes. Você pode usar 
esse conjunto de dados para prever se pacientes diabéticos de alto risco têm probabilidade 
de serem readmitidos no hospital dentro de 30 dias após a alta, após 30 dias ou se não serão 
readmitidos. Use a coluna readmitido como coluna de destino e use o tipo de modelo de previsão 
de 3 ou mais categorias com esse conjunto de dados. Para saber mais sobre como criar um 
modelo com esse conjunto de dados, consulte a página do workshop do SageMaker Canvas. Esse 
conjunto de dados foi obtido do UCI Machine Learning Repository.

• canvas-sample-housing.csv: Esse conjunto de dados contém dados sobre as características 
vinculadas a um determinado preço de habitação. Você pode usar esse conjunto de dados para 
prever os preços de imóveis residenciais. Use a coluna median_house_value como coluna de 
destino e use o tipo de modelo de previsão numérica com esse conjunto de dados. Para saber 
mais sobre como criar um modelo com esse conjunto de dados, consulte a página do workshop 
do SageMaker Canvas. Este é o conjunto de dados habitacionais da Califórnia obtido do StatLib 
repositório.

• canvas-sample-loans.csv: esse conjunto de dados contém dados completos de todos os 
empréstimos emitidos de 2007 a 2011, incluindo o status atual do empréstimo e as informações 
de pagamento mais recentes. Você pode usar esse conjunto de dados para prever se um cliente 
pagará um empréstimo. Use a coluna loan_status como coluna de destino e use o tipo de modelo 
de previsão de 3 ou mais categorias com esse conjunto de dados. Para saber mais sobre como 
criar um modelo com esse conjunto de dados, consulte a página do workshop do SageMaker 
Canvas. Esses dados usam os LendingClub dados obtidos do Kaggle.

• canvas-sample-maintenance.csv: esse conjunto de dados contém dados sobre as características 
vinculadas a um determinado tipo de falha de manutenção. Você pode usar esse conjunto de 
dados para prever quais falhas ocorrerão no futuro. Use a coluna Tipo de falha como coluna de 
destino e use o tipo de modelo de previsão de 3 ou mais categorias com esse conjunto de dados. 
Para saber mais sobre como criar um modelo com esse conjunto de dados, consulte a página do 
workshop do SageMaker Canvas. Esse conjunto de dados foi obtido do UCI Machine Learning 
Repository.

• canvas-sample-shipping-logs.csv: esse conjunto de dados contém dados completos de envio de 
todos os produtos entregues, incluindo tempo estimado, prioridade de envio, transportadora e 
origem. Você pode usar esse conjunto de dados para prever o tempo estimado de chegada da 
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remessa em número de dias. Use a ActualShippingDayscoluna como a coluna de destino e use o 
tipo de modelo de predição numérica com esse conjunto de dados. Para saber mais sobre como 
criar um modelo com esses dados, consulte a página do workshop do SageMaker Canvas. Este é 
um conjunto de dados sintético criado pela Amazon.

• canvas-sample-sales-forecasting.csv: esse conjunto de dados contém dados históricos de vendas 
de séries temporais para lojas de varejo. Você pode usar esse conjunto de dados para prever 
as vendas de uma determinada loja de varejo. Use a coluna vendas como a coluna de destino e 
use o tipo de modelo de previsão de séries temporais com esse conjunto de dados. Para saber 
mais sobre como criar um modelo com esse conjunto de dados, consulte a página do workshop do 
SageMaker Canvas. Este é um conjunto de dados sintético criado pela Amazon.

Reimportar um conjunto de dados de amostra excluído

Se você não quiser mais usar os conjuntos de dados de amostra, você pode excluí-los da página
Conjuntos de dados do seu aplicativo SageMaker Canvas. No entanto, esses conjuntos de 
dados ainda estarão armazenados no bucket do Amazon S3 que você especificou como local de 
armazenamento do Canvas, para que você sempre possa acessá-los posteriormente.

Se você usou o bucket padrão do Amazon S3, o nome do bucket segue o padrão
sagemaker-{region}-{account ID}. Você pode encontrar os conjuntos de dados de amostra 
no caminho Canvas/sample_dataset do diretório.

Se você excluir um conjunto de dados de amostra do seu aplicativo SageMaker Canvas e quiser 
acessar o conjunto de dados de amostra novamente, use o procedimento a seguir.

1. Navegue até a página de conjuntos de dados em seu aplicativo SageMaker Canvas.

2. Escolha Importar dados.

3. Na lista de buckets do Amazon S3, selecione o bucket que é seu local de armazenamento do 
Canvas. Se estiver usando o bucket Amazon S3 SageMaker criado por padrão, ele segue o 
padrão de nomenclatura. sagemaker-{region}-{account ID}

4. Selecione a pasta Canvas.

5. Selecione a pasta sample_dataset, que contém todos os conjuntos de dados de amostra para o 
Canvas. SageMaker

6. Selecione o conjunto de dados que você deseja importar e escolha Importar dados.
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Preparar dados

Use o Amazon SageMaker Data Wrangler no Amazon SageMaker Canvas para preparar, destacar 
e analisar seus dados. Você pode integrar um fluxo de preparação de dados do Data Wrangler aos 
seus fluxos de trabalho de machine learning (ML) para simplificar e agilizar o pré-processamento 
de dados e a engenharia de atributos usando pouca ou nenhuma codificação. Você também pode 
adicionar seus próprios scripts e transformações em Python para personalizar os fluxos de trabalho.

• Fluxo de dados: crie um fluxo de dados para definir uma série de etapas de preparação de dados 
de ML. Você pode usar um fluxo para combinar conjuntos de dados de diferentes fontes de dados, 
identificar o número e os tipos de transformações que você deseja aplicar aos conjuntos de dados 
e definir um fluxo de trabalho de preparação de dados que possa ser integrado a um pipeline de 
ML.

• Transforme: limpe e transforme seu conjunto de dados usando transformações padrão, como 
ferramentas de formatação de dados numéricos, vetoriais e de sequência de caracteres. Destaque 
seus dados usando transformações como incorporação de texto e data/hora e codificação 
categórica.

• Gere insights de dados — verifique automaticamente a qualidade dos dados e detecte 
anormalidades em seus dados com o relatório Data Wrangler Data Quality and Insights.

• Analise: analise os atributos do seu conjunto de dados em qualquer ponto do fluxo. O Data 
Wrangler inclui ferramentas de visualização de dados integradas, como gráficos de dispersão e 
histogramas, bem como ferramentas de análise de dados, como análise de vazamento de alvos e 
modelagem rápida para entender a correlação de atributos.

• Exportar: exporte seu fluxo de trabalho de preparação de dados para um local diferente. Estes são 
locais de exemplo:

• Bucket do Amazon Simple Storage Service (Amazon S3)

• Amazon SageMaker Feature Store — Armazene os recursos e seus dados em uma loja 
centralizada.

• Automatize a preparação de dados — Crie fluxos de trabalho de aprendizado de máquina a partir 
do seu fluxo de dados.

• Amazon SageMaker Model Building Pipelines — Crie fluxos de trabalho que gerenciam suas 
tarefas de preparação de SageMaker dados, treinamento de modelos e implantação de 
modelos.

• Pipeline de inferência serial — Crie um pipeline de inferência serial a partir do seu fluxo de 
dados. Use-o para fazer previsões sobre novos dados.
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• Script Python: armazene os dados e suas transformações em um script Python para seus fluxos 
de trabalho personalizados.

Crie um fluxo de dados

Use um fluxo do Data Wrangler no SageMaker Canvas, ou fluxo de dados, para criar e modificar um 
pipeline de preparação de dados. Os conjuntos de dados, as transformações e as análises que você 
usa no fluxo de dados são representados como etapas.

Importar dados para um fluxo de dados

Para começar a usar um fluxo de dados, importe seus dados para ele. Para usar conjuntos de dados 
maiores que 5 GB, você deve importar seus dados diretamente da fonte de dados em vez de usar 
um conjunto de dados do SageMaker Canvas.

Use o procedimento a seguir para importar seus dados em um fluxo de dados.

Para importar seus dados em um fluxo de dados

1. Abra SageMaker a tela.

2. Na navegação à esquerda, escolha.

3. Escolha Fluxos de dados.

4. Escolha Criar.

5. (Opcional) Em Nome do fluxo de dados, especifique um nome para o fluxo de dados.

6. • Para usar um conjunto de dados do SageMaker Canvas que você já importou para o 
SageMaker Canvas, escolha Selecionar conjunto de dados existente.

a. Selecione o tipo de conjunto de dados.

b. Selecione o conjunto de dados do SageMaker Canvas.

• Para importar seus dados diretamente de uma fonte de dados, escolha Importar dados.

a. Em Fonte de dados, escolha uma fonte de dados.

b. Conecte-se a uma fonte de dados para navegar pelos dados e importar um conjunto 
de dados. Para obter informações sobre como se conectar a uma fonte de dados ou 
importar dados, consulte as páginas a seguir:
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• Importar dados para o Canvas

• Conectar-se à fonte de dados

c. Escolha Importar dados

d. (Opcional) Se a primeira linha do seu conjunto de dados for o cabeçalho, escolha Usar 
primeira linha como cabeçalho.

e. Escolha Importar dados.

A interface do usuário do fluxo de dados

Quando você importa um conjunto de dados, o conjunto de dados original aparece no fluxo de dados 
e é chamado de Fonte. SageMaker O Canvas infere automaticamente os tipos de cada coluna 
em seu conjunto de dados e cria um novo quadro de dados chamado Tipos de dados. Você pode 
selecionar esse quadro para atualizar os tipos de dados inferidos.

Cada vez que você adiciona uma etapa de transformação, você cria um novo dataframe. Quando 
várias etapas de transformação (exceto Unir ou Concatenar) são adicionadas ao mesmo conjunto de 
dados, elas são empilhadas.

Unir e Concatenar criam etapas autônomas que contêm o novo conjunto de dados unido ou 
concatenado.

Adicione uma etapa ao seu fluxo de dados

Selecione + ao lado de qualquer conjunto de dados ou etapa adicionada anteriormente e, em 
seguida, selecione uma das seguintes opções:

• Editar tipos de dados (somente para uma etapa de tipos de dados): se você não adicionou 
nenhuma transformação a uma etapa de tipos de dados, você pode selecionar Editar tipos de 
dados para atualizar os tipos de dados que o Data Wrangler inferiu ao importar seu conjunto de 
dados.

• Adicionar transformação: adiciona uma nova etapa de transformação. Consulte Transforme dados
para saber mais sobre as transformações de dados que você pode adicionar.

• Adicionar análise: adiciona uma análise. Você pode usar essa opção para analisar seus dados 
em qualquer ponto do fluxo de dados. Consulte Realizar análise exploratória de dados (EDA) para 
saber mais sobre as análises que você pode adicionar.

• Unir: une dois conjuntos de dados e adiciona o conjunto de dados resultante ao fluxo de dados. 
Para saber mais, consulte Unir conjuntos de dados.
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• Concatenar: concatena dois conjuntos de dados e adiciona o conjunto de dados resultante ao fluxo 
de dados. Para saber mais, consulte Concatenar conjuntos de dados.

Excluir uma etapa do seu fluxo de dados

Para excluir uma etapa, selecione o + ao lado da etapa e selecione Excluir. Se o nó for de uma única 
entrada, você exclui somente a etapa selecionada. Quando se exclui uma etapa com uma única 
entrada não se exclui as etapas que a seguem. Se você excluir uma etapa de um nó de origem, 
junção ou concatenação, todas as etapas subsequentes também serão excluídas.

Para excluir uma etapa de uma pilha de etapas, selecione a pilha e, em seguida, selecione a etapa 
que deseja excluir.

Você pode usar um dos procedimentos a seguir para excluir uma etapa sem excluir as etapas 
posteriores.

Delete a step in the Data Wrangler flow

Você pode excluir uma etapa individual para nós em seu fluxo de dados que tenham uma única 
entrada. Você não pode excluir etapas individuais dos nós de origem, união e concatenação.

Use o procedimento a seguir para excluir uma etapa no fluxo do Data Wrangler.

1. Escolha o grupo de etapas que contém a etapa que você está excluindo.

2. Escolha o ícone próximo à etapa.

3. Escolha Excluir etapa.

Delete a step in the table view

Use o procedimento a seguir para excluir uma etapa na exibição de tabela.

Você pode excluir uma etapa individual para nós no seu fluxo de dados que tenham uma única 
entrada. Você não pode excluir etapas individuais dos nós de origem, união e concatenação.

1. Escolha a etapa e abra a exibição de tabela da etapa.

2. Mova o cursor sobre a etapa para que o ícone de reticências apareça.

3. Escolha o ícone próximo à etapa.

4. Escolha Delete (Excluir).
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Realizar análise exploratória de dados (EDA)

O Data Wrangler inclui análises integradas que ajudam você a gerar visualizações e análises de 
dados com apenas alguns cliques. Você também pode criar análises personalizadas usando seu 
próprio código.

Você adiciona uma análise a um quadro de dados selecionando uma etapa em seu fluxo de dados 
e, em seguida, escolhendo Adicionar análise. Para acessar uma análise que você criou, selecione a 
etapa que contém a análise e selecione a análise.

Todas as análises são geradas usando 20.000 linhas do seu conjunto de dados.

Você pode adicionar a seguinte análise a um quadro de dados:

• Visualizações de dados, incluindo histogramas e gráficos de dispersão.

• Um resumo rápido do seu conjunto de dados, incluindo número de entradas, valores mínimos e 
máximos (para dados numéricos) e categorias mais e menos frequentes (para dados categóricos).

• Um modelo rápido do conjunto de dados, que pode ser usado para gerar uma pontuação de 
importância para cada recurso.

• Um relatório de vazamento de destino, que você pode usar para determinar se um ou mais 
recursos estão fortemente correlacionadas com seu recurso de destino.

• Uma visualização personalizada usando seu próprio código.

Use as seguintes seções para saber mais sobre essas opções.

Obtenha insights sobre dados e qualidade de dados

Use o Relatório de qualidade dos dados e insights para realizar uma análise dos dados que você 
importou para o Data Wrangler. Recomendamos que você crie o relatório após importar o conjunto 
de dados. Você pode usar o relatório para ajudar você a limpar e processar seus dados. Ele fornece 
informações como o número de valores ausentes e o número de valores atípicos. Caso tenha 
problemas com seus dados, como vazamento ou desequilíbrio de destino, o relatório de insights 
pode chamar sua atenção para esses problemas.

Use o procedimento a seguir para criar um relatório de qualidade dos dados e insights. Ele 
pressupõe que você já tenha importado um conjunto de dados para o fluxo do Data Wrangler.
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Para criar um relatório de qualidade dos dados e insights

1. Escolha um + próximo ao um nó em seu fluxo do Data Wrangler.

2. Selecione Obter insights de dados.

3. Em Nome da análise, especifique um nome para o relatório de insights.

4. (Opcional) Para Coluna de destino, especifique a coluna de destino.

5. Para Tipo de problema, especifique Regressão ou Classificação.

6. Para Tamanho dos dados, especifique uma das opções a seguir:

• 20 K — usa as primeiras 20.000 linhas do conjunto de dados que você importou para criar o 
relatório.

• Conjunto de dados inteiro — Usa o conjunto de dados inteiro que você importou para criar o 
relatório.

Note

A criação de um relatório de qualidade de dados e insights sobre todo o conjunto 
de dados usa um trabalho de SageMaker processamento da Amazon. Um trabalho 
SageMaker de processamento provisiona os recursos computacionais adicionais 
necessários para obter insights sobre todos os seus dados. Para obter mais informações 
sobre trabalhos SageMaker de processamento, consulteProcessar dados.

7. Escolha Criar.

Os tópicos a seguir mostram as seções do relatório:

Tópicos

• Resumo

• Coluna de destino

• Modelo rápido

• Resumo de recursos

• Amostras

• Definições
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Você pode fazer download do relatório ou visualizá-lo online. Para fazer download do relatório, 
escolha o botão de download no canto superior direito da tela.

Resumo

O relatório de insights tem um breve resumo dos dados que inclui informações gerais, como valores 
ausentes, valores inválidos, tipos de recursos, contagens de valores atípicos e muito mais. Ele 
também pode incluir avisos de severidade alta que apontam para prováveis problemas com os 
dados. Recomendamos que você investigue os avisos.

Coluna de destino

Quando você cria o Relatório de Qualidade de Dados e Insights, o Data Wrangler oferece a opção 
de selecionar uma coluna de destino. Uma coluna de destino é uma coluna que você está tentando 
prever. Quando você escolhe uma coluna de destino, o Data Wrangler cria automaticamente uma 
análise da coluna de destino. Ele também classifica os recursos na ordem de seu poder preditivo. Ao 
selecionar uma coluna de destino, você deve especificar se está tentando resolver um problema de 
regressão ou classificação.

Para classificação, o Data Wrangler mostra uma tabela e um histograma das classes mais comuns. 
Uma classe é uma categoria. Ele também apresenta observações, ou linhas, com um valor de 
destino ausente ou inválido.

Para regressão, o Data Wrangler mostra um histograma de todos os valores na coluna de destino. 
Ele também apresenta observações, ou linhas, com um valor de destino ausente, inválido ou atípico.

Modelo rápido

O modelo rápido fornece uma estimativa da qualidade prevista esperada de um modelo que você 
treina em seus dados.

O Data Wrangler divide seus dados em folds de treinamento e validação. Ele usa 80% das amostras 
para treinamento e 20% dos valores para validação. Para classificação, a amostra é dividida 
estratificada. Para uma divisão estratificada, cada partição de dados tem a mesma proporção 
de rótulos. Para problemas de classificação, é importante ter a mesma proporção de rótulos 
entre os folds de treinamento e classificação. O Data Wrangler treina o modelo XGBoost com os 
hiperparâmetros padrão. Ele aplica a interrupção antecipada dos dados de validação e executa o 
mínimo de pré-processamento de recursos.

Para modelos de classificação, o Data Wrangler retorna um resumo do modelo e uma matriz de 
confusão.
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Para saber mais sobre as informações que o resumo do modelo de classificação retorna, 
consulteDefinições.

Uma matriz de confusão fornece as seguintes informações:

• O número de vezes que o rótulo previsto corresponde ao rótulo verdadeiro.

• O número de vezes que o rótulo previsto não corresponde ao rótulo verdadeiro.

O rótulo verdadeiro representa uma observação real em seus dados. Por exemplo, se você está 
usando um modelo para detectar transações fraudulentas, o rótulo verdadeiro representa uma 
transação que é realmente fraudulenta ou não fraudulenta. O rótulo previsto representa o rótulo que 
seu modelo atribui aos dados.

Você pode usar a matriz de confusão para ver o quão bem o modelo prevê a presença ou a ausência 
de uma condição. Se você está prevendo transações fraudulentas, pode usar a matriz de confusão 
para ter uma ideia da sensibilidade e da especificidade do modelo. A sensibilidade se refere à 
capacidade do modelo de detectar transações fraudulentas. A especificidade se refere à capacidade 
do modelo de evitar a detecção de transações não fraudulentas como fraudulentas.

Resumo de recursos

Quando você especifica uma coluna de destino, o Data Wrangler ordena os recursos de acordo com 
seu poder de previsão. O poder de predição é medido nos dados após serem divididos em 80% de 
treinamento e 20% de dobras de validação. O Data Wrangler ajusta um modelo para cada recurso 
separadamente no fold de treinamento. Ele aplica o mínimo de pré-processamento de recursos e 
mede a performance da previsão nos dados de validação.

Ele normaliza as pontuações para o intervalo [0,1]. Pontuações de previsão mais altas indicam 
colunas mais úteis para prever o destino sozinhas. Pontuações mais baixas apontam para colunas 
não preditivas da coluna de destino.

É incomum que uma coluna que não seja preditiva por si só seja preditiva quando usada em 
conjunto com outras colunas. Você pode usar com confiança as pontuações de previsão para 
determinar se um recurso em seu conjunto de dados é preditivo.

Uma pontuação baixa geralmente indica que o recurso é redundante. Uma pontuação de 1 indica 
habilidades preditivas perfeitas, o que geralmente indica vazamento do destino. O vazamento do 
destino geralmente ocorre quando o conjunto de dados contém uma coluna que não está disponível 
no momento da previsão. Por exemplo, pode ser uma duplicata da coluna de destino.

Preparar dados 839



Amazon SageMaker Guia do Desenvolvedor

Amostras

O Data Wrangler fornece informações sobre se suas amostras são anômalas ou se há duplicatas em 
seu conjunto de dados.

O Data Wrangler detecta amostras anômalas usando o algoritmo de floresta de isolamento. A 
floresta de isolamento associa uma pontuação de anomalias a cada amostra (linha) do conjunto 
de dados. Pontuações de anomalias baixas indicam amostras anômalas. Pontuações altas estão 
associadas a amostras não anômalas. Amostras com pontuação de anomalias negativas geralmente 
são consideradas anômalas, e amostras com pontuação de anomalias positivas são consideradas 
não anômalas.

Ao analisar uma amostra que pode ser anômala, recomendamos que você preste atenção aos 
valores incomuns. Por exemplo, você pode ter valores anômalos resultantes de erros na coleta e no 
processamento dos dados. A seguir está um exemplo das amostras mais anômalas de acordo com 
a implementação do algoritmo de floresta de isolamento do Data Wrangler. Recomendamos usar o 
conhecimento do domínio e a lógica de negócios ao examinar as amostras anômalas.

O Data Wrangler detecta linhas duplicadas e calcula a proporção de linhas duplicadas em seus 
dados. Algumas fontes de dados podem incluir duplicatas válidas. Outras fontes de dados podem 
ter duplicatas que apontam para problemas na coleta de dados. Amostras duplicadas resultantes de 
uma coleta de dados incorreta podem interferir nos processos de machine learning que dependem 
da divisão dos dados em folds de treinamento e validação independentes.

A seguir estão os elementos do relatório de insights que podem ser impactados por amostras 
duplicadas:

• Modelo rápido

• Estimativa do poder de previsão

• Ajuste automático de hiperparâmetros

Você pode remover amostras duplicadas do conjunto de dados usando a transformação Descartar 
duplicata em Gerenciar linhas. O Data Wrangler mostra as linhas duplicadas com mais frequência.

Definições

Estas são as definições dos termos técnicos usados no relatório de insights de dados.
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Feature types

A seguir estão as definições para cada um dos tipos de recursos:

• Numérico — Os valores numéricos podem ser flutuantes ou inteiros, como idade ou renda. Os 
modelos de machine learning pressupõem que os valores numéricos são ordenados e uma 
distância é definida sobre eles. Por exemplo, 3 está mais próximo de 4 do que de 10 e 3 < 4 < 
10.

• Categórico — As entradas da coluna pertencem a um conjunto de valores exclusivos, que 
geralmente é muito menor do que o número de entradas na coluna. Por exemplo, uma 
coluna de comprimento 100 pode conter os valores exclusivos Dog, Cat e Mouse. Os valores 
poderiam ser numéricos, de texto ou uma combinação de ambos. Horse, House, 8, Love e
3.1 seriam todos valores válidos e poderiam ser encontrados na mesma coluna categórica. 
O modelo de machine learning não pressupõe ordem ou distância nos valores dos recursos 
categóricos, ao contrário dos recursos numéricos, mesmo quando todos os valores são 
números.

• Binário — Os recursos binários são um tipo especial de recurso categórico no qual a 
cardinalidade do conjunto de valores exclusivos é 2.

• Texto — Uma coluna de texto contém muitos valores exclusivos não numéricos. Em casos 
extremos, todos os elementos da coluna são exclusivos. Em um caso extremo, não há duas 
entradas iguais.

• Datetime — Uma coluna de datetime contém informações sobre a data ou a hora. Ela pode ter 
informações de data e hora.

Feature statistics

A seguir estão as definições para cada uma das estatísticas dos recursos:

• Poder de previsão – O poder de previsão mede o quão útil a coluna na previsão do destino.

• Valores atípicos (em colunas numéricas) — O Data Wrangler detecta valores atípicos usando 
duas estatísticas que são robustas aos valores atípicos: mediana e desvio padrão robusto 
(RSTD). O RSTD é derivado recortando os valores dos recursos no intervalo [5 percentil, 95 
percentil] e calculando o desvio padrão do vetor recortado. Todos os valores maiores que a 
mediana + 5 * RSTD ou menores que a mediana - 5 * RSTD são considerados atípicos.

• Distorção (em colunas numéricas) — A distorção mede a simetria da distribuição e é definida 
como o terceiro momento da distribuição dividido pela terceira potência do desvio padrão. A 
assimetria da distribuição normal ou de qualquer outra distribuição simétrica é zero. Valores 
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positivos implicam que a cauda direita da distribuição é maior que a cauda esquerda. Valores 
positivos implicam que a cauda direita da distribuição é maior que a cauda direita. Como regra 
geral, uma distribuição é considerada distorcida quando o valor absoluto da distorção é maior 
que 3.

• Curtose (em colunas numéricas) — A curtose de Pearson mede o peso da cauda da 
distribuição. Ela é definida como o quarto momento da distribuição dividido pelo quadrado do 
segundo momento. A curtose da distribuição normal é 3. Valores de curtose menores que 3 
implicam que a distribuição está concentrada em torno da média e as caudas são mais claras 
do que as caudas da distribuição normal. Valores de curtose maiores que 3 implicam caudas 
mais pesadas ou valores atípicos.

• Valores ausentes — Objetos semelhantes a Nulo, strings vazias e compostas somente por 
espaços em branco são considerados ausentes.

• Valores válidos para recursos numéricos ou destino de regressão – Todos os valores que você 
pode converter em flutuantes finitos são válidos. Valores ausentes não são válidos.

• Valores válidos para recursos categóricos, binários ou de texto, ou para destino de 
classificação – Todos os valores que não são ausentes são válidos.

• Recursos de datetime — Todos os valores que você pode converter em um objeto de datetime 
são válidos. Valores ausentes não são válidos.

• Valores inválidos – Valores que são ausentes ou que você não pode converter corretamente. 
Por exemplo, em uma coluna numérica, você não pode converter a string "six" ou um valor 
nulo.

Quick model metrics for regression

A seguir estão as definições para as métricas de modelo rápido:

• R2 ou coeficiente de determinação – R2 é a proporção da variação no destino prevista pelo 
modelo. R2 está no intervalo de [-infty, 1]. 1 é a pontuação do modelo que prevê o destino 
perfeitamente, e 0 é a pontuação do modelo trivial que sempre prevê a média de destino.

• MSE ou erro quadrático médio – MSE está no intervalo [0, infty]. 0 é a pontuação do modelo 
que prevê o destino perfeitamente.

• MAE ou erro absoluto médio – MAE está no intervalo [0, infty] em que 0 é a pontuação do 
modelo que prevê o destino perfeitamente.

• RMSE ou raiz do erro quadrático médio – RMSE está no intervalo [0, infty]. em que 0 é a 
pontuação do modelo que prevê o destino perfeitamente.
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• Erro máximo — O valor absoluto máximo do erro no conjunto de dados. O erro máximo está no 
intervalo [0, infty]. 0 é a pontuação do modelo que prevê o destino perfeitamente.

• Erro absoluto médio – O erro absoluto médio está no intervalo [0, infty]. 0 é a pontuação do 
modelo que prevê o destino perfeitamente.

Quick model metrics for classification

A seguir estão as definições para as métricas de modelo rápido:

• Precisão — Precisão é a proporção de amostras que são previstas com precisão. A 
precisão está no intervalo [0, 1]. 0 é a pontuação do modelo que prevê todas as amostras 
incorretamente, e 1 é a pontuação do modelo perfeito.

• Precisão balanceada — A precisão balanceada é a proporção de amostras que são previstas 
com precisão quando os pesos da classe são ajustados para equilibrar os dados. Todas 
as classes têm a mesma importância, independentemente da frequência. A precisão 
balanceada está no intervalo [0, 1]. 0 é a pontuação do modelo que prevê todas as amostras 
incorretamente, e 1 é a pontuação do modelo perfeito.

• AUC (classificação binária) — Essa é a área sob a curva característica de operação do 
receptor. AUC está no intervalo [0, 1] em que um modelo aleatório retorna uma pontuação de 
0,5, e o modelo perfeito retorna uma pontuação de 1.

• AUC (OVR) — Para classificação multiclasse, esta é a área sob a curva característica de 
operação do receptor calculada separadamente para cada rótulo usando um versus rest. 
O Data Wrangler relata a média das áreas. AUC está no intervalo [0, 1] em que um modelo 
aleatório retorna uma pontuação de 0,5, e o modelo perfeito retorna uma pontuação de 1.

• Precisão – A precisão é definida para uma classe específica. Precisão é a fração de positivos 
verdadeiros de todas as instâncias que o modelo classificou como essa classe. A precisão está 
no intervalo [0, 1]. 1 é a pontuação do modelo que não tem falsos-positivos para a classe. Para 
classificação binária, o Data Wrangler relata a precisão da classe positiva.

• Recall – O recall é definido para uma classe específica. Recall é a fração das instâncias 
de classe relevantes que são recuperadas com sucesso. Recall está no intervalo [0, 1]. 1 
é a pontuação do modelo que classifica todas as instâncias da classe corretamente. Para 
classificação binária, o Data Wrangler relata o recall da classe positiva.

• F1 – F1 é definido para uma classe específica. Ele é a média harmônica da precisão e do 
recall. F1 está no intervalo [0, 1]. 1 é a pontuação do modelo perfeito. Para classificação 
binária, o Data Wrangler relata o F1 da classe com valores positivos.
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Textual patterns

Padrões descrevem o formato textual de uma string usando um formato fácil de ler. Estes são 
exemplos de padrões textuais:

• “{digits:4-7}” descreve uma sequência de dígitos com um comprimento entre 4 e 7.

• “{alnum:5}” descreve uma string alfanumérica com um comprimento de exatamente 5.

O Data Wrangler infere os padrões examinando amostras de strings não vazias de seus dados. 
Ele pode descrever muitos dos padrões comumente usados. A confiança expressa como uma 
porcentagem indica qual é a estimativa da correspondência dos dados ao padrão. Usando o 
padrão textual, é possível ver quais linhas de seus dados precisam ser corrigidas ou descartadas.

A seguir, descrevemos os padrões que o Data Wrangler pode reconhecer:

Padrão Formato textual

{alnum} Strings alfanuméricas

{any} Qualquer string de caracteres de palavras

{digits} Uma sequência de dígitos

{lower} Uma palavra minúscula

{mixed} Uma palavra com maiúsculas e minúsculas

{name} Uma palavra que começa com uma letra 
maiúscula

{upper} Uma palavra maiúscula

{whitespace} Caracteres de espaço em branco

Um caractere de palavra é um sublinhado ou um caractere que pode aparecer em uma palavra 
em qualquer idioma. Por exemplo, as cadeias de caracteres 'Hello_word' e 'écoute' ambas 
consistem em caracteres de palavras. “H” e “é” são exemplos de caracteres de palavras.
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Histograma

Use histogramas para ver as contagens dos valores de um recurso específico. Você pode 
inspecionar as relações entre os recursos usando a opção Colorir por.

Você pode usar o recurso Facet by para criar histogramas de uma coluna, para cada valor em outra 
coluna.

Gráfico de dispersão

Use o recurso Gráfico de dispersão para inspecionar a relação entre os recursos. Para criar um 
gráfico de dispersão, selecione um recurso para plotar no eixo X e no eixo Y. Ambas as colunas 
devem ser colunas de tipo numérico.

Você pode colorir gráficos de dispersão usando uma coluna adicional.

Além disso, você pode facetar gráficos de dispersão por recursos.

Resumo da tabela

Use a análise de Resumo da tabela para resumir rapidamente seus dados.

Para colunas com dados numéricos, incluindo dados de log e flutuantes, um resumo da tabela relata 
o número de entradas (contagem), mínimo (mínimo), máximo (máximo), média e desvio padrão 
(stddev) para cada coluna.

Para colunas com dados não numéricos, incluindo colunas com dados de string, booleanos ou de 
data/hora, um resumo da tabela relata o número de entradas (contagem), o valor menos frequente 
(mínimo) e o valor mais frequente (máximo).

Modelo rápido

Use a visualização do Modelo rápidol para avaliar rapidamente seus dados e produzir pontuações de 
importância para cada recurso. Uma pontuação de importância de um recurso indica a utilidade de 
um recurso na previsão de um rótulo de destino. A pontuação de importância do recurso está entre 
[0, 1] e um número maior indica que o recurso é mais importante para todo o conjunto de dados. 
Na parte superior do gráfico rápido do modelo, há uma pontuação do modelo. Um problema de 
classificação mostra uma pontuação na F1. Um problema de regressão tem uma pontuação de erro 
quadrático médio (MSE).

Ao criar um gráfico de modelo rápido, você seleciona um conjunto de dados que deseja avaliar e 
um rótulo de destino com o qual deseja comparar a importância do recurso. O Data Wrangler faz o 
seguinte:
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• Infere os tipos de dados para o rótulo de destino e cada recurso no conjunto de dados 
selecionado.

• Determina o tipo de problema. Com base no número de valores distintos na coluna do rótulo, o 
Data Wrangler determina se esse é um tipo de problema de regressão ou classificação. O Data 
Wrangler define um limite categórico para 100. Se houver mais de 100 valores distintos na coluna 
do rótulo, o Data Wrangler o classifica como um problema de regressão; caso contrário, ele é 
classificado como um problema de classificação.

• Pré-processa os recursos e os dados de rótulos para treinamento. O algoritmo usado requer 
recursos de codificação para tipo vetorial e rótulos de codificação para tipo duplo.

• Treina um algoritmo de floresta aleatório com 70% dos dados. O Spark's
RandomForestRegressoré usado para treinar um modelo para problemas de regressão. O
RandomForestClassifieré usado para treinar um modelo para problemas de classificação.

• Avalia um modelo de floresta aleatória com os 30% restantes dos dados. O Data Wrangler avalia 
modelos de classificação usando uma pontuação F1 e avalia modelos de regressão usando uma 
pontuação MSE.

• Calcula a importância do recurso para cada recurso usando o método de importância de Gini.

Vazamento alvo

O vazamento de destino ocorre quando há dados em um conjunto de dados de treinamento de 
machine learning que estão fortemente correlacionados com o rótulo de destino, mas não estão 
disponíveis em dados do mundo real. Por exemplo, você pode ter uma coluna em seu conjunto de 
dados que serve como proxy para a coluna que você deseja prever com seu modelo.

Ao usar a análise Vazamento do destino, você especifica o seguinte:

• Destino: esse é o recurso sobre o qual você deseja que seu modelo de ML seja capaz de fazer 
previsões.

• Tipo de problema: esse é o tipo de problema de ML no qual você está processando. O tipo de 
problema pode ser classificação ou regressão.

• (Opcional) Máximo de recursos: esse é o número máximo de recursos a serem apresentados na 
visualização, que mostra os recursos classificados de acordo com o risco de serem vazamentos de 
destino.
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Para classificação, a análise de vazamento destino usa a área sob o recurso de operação do 
receptor ou a curva AUC - ROC para cada coluna, até os Recursos máximos. Para regressão, ele 
usa um coeficiente de determinação ou métrica R2.

A curva AUC-ROC fornece uma métrica preditiva, calculada individualmente para cada coluna 
usando validação cruzada, em uma amostra de aproximadamente até 1000 linhas. Uma pontuação 
de 1 indica habilidades preditivas perfeitas, o que geralmente indica vazamento do destino. Uma 
pontuação de 0,5 ou menos indica que as informações na coluna não poderiam fornecer, por si só, 
nenhuma informação útil para prever o destino. Embora seja possível que uma coluna seja pouco 
informativa por si só, mas seja útil na previsão do destino quando usada em conjunto com outras 
características, uma pontuação baixa pode indicar que o recurso é redundante.

Multicolinearidade

A multicolinearidade é uma circunstância em que duas ou mais variáveis preditoras estão 
relacionadas entre si. As variáveis preditoras são os recursos do seu conjunto de dados que você 
está usando para prever uma variável destino. Quando você tem multicolinearidade, as variáveis 
preditoras não são apenas preditivas da variável destino, mas também preditivas umas das outras.

Você pode usar o Fator de inflação de variância (VIF), a Análise de componentes principais (PCA)
ou a seleção do recurso Lasso como medidas para a multicolinearidade em seus dados. Para obter 
mais informações, consulte.

Variance Inflation Factor (VIF)

O Fator de inflação de variância (VIF) é uma medida de colinearidade entre pares de variáveis. O 
Data Wrangler retorna uma pontuação VIF como uma medida de quão estreitamente as variáveis 
estão relacionadas entre si. Uma pontuação de VIF é um número positivo que é maior ou igual a 
1.

Uma pontuação de 1 significa que a variável não está correlacionada com as outras variáveis. 
Pontuações maiores que 1 indicam maior correlação.

Teoricamente, você pode ter uma pontuação de VIF com um valor infinito. O Data Wrangler reduz 
as pontuações mais altas para 50. Se você tiver uma pontuação de VIF maior que 50, o Data 
Wrangler define a pontuação como 50.

Você pode usar as seguintes diretrizes para interpretar suas pontuações de VIF:

• Uma pontuação de VIF menor ou igual a 5 indica que as variáveis estão moderadamente 
correlacionadas com as outras variáveis.
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• Uma pontuação de VIF menor ou igual a 5 indica que as variáveis estão moderadamente 
correlacionadas com as outras variáveis.

Principle Component Analysis (PCA)

A Análise de Componentes Principais (PCA) mede a variação dos dados em diferentes direções 
no espaço de recursos. O espaço de recursos consiste em todas as variáveis preditoras que você 
usa para prever a variável destino em seu conjunto de dados.

Por exemplo, se você está tentando prever quem sobreviveu no RMS Titanic depois que ele 
atingiu um iceberg, seu espaço especial pode incluir a idade, o sexo e a tarifa que os passageiros 
pagaram.

A partir do espaço de recursos, o PCA gera uma lista ordenada de variações. Essas variações 
também são conhecidas como valores singulares. Os valores na lista de variâncias são maiores 
ou iguais a 0. Podemos usá-los para determinar quanta multicolinearidade existe em nossos 
dados.

Quando os números são aproximadamente uniformes, os dados têm pouquíssimas instâncias de 
multicolinearidade. Quando há muita variabilidade entre os valores, temos muitos exemplos de 
multicolinearidade. Antes de executar o PCA, o Data Wrangler normaliza cada recurso para ter 
uma média de 0 e um desvio padrão de 1.

Note

O PCA nessa circunstância também pode ser chamado de Decomposição de Valor 
Singular (SVD).

Lasso feature selection

A seleção de recursos do Lasso usa a técnica de regularização L1 para incluir apenas os 
recursos mais preditivos em seu conjunto de dados.

Tanto para classificação quanto para regressão, a técnica de regularização gera um coeficiente 
para cada recurso. O valor absoluto do coeficiente fornece uma pontuação de importância para o 
recurso. Uma pontuação de importância mais alta indica que é mais preditiva da variável-destino. 
Um método comum de seleção de características é utilizar todas as características que têm um 
coeficiente lasso não nulo.
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Detecte anomalias em dados de séries temporais

Você pode usar a visualização de detecção de anomalias para ver valores discrepantes em 
seus dados de séries temporais. Para entender o que determina uma anomalia, você precisa 
entender que decompomos a série temporal em um termo previsto e um termo de erro. Tratamos a 
sazonalidade e a tendência da série temporal como o termo previsto. Tratamos os resíduos como o 
termo de erro.

Para o termo de erro, você especifica um limite como o número de desvios padrão que o resíduo 
pode afastar da média para que seja considerado uma anomalia. Por exemplo, é possível especificar 
um limite como sendo 3 desvios padrão. Qualquer resíduo maior que 3 desvios padrão da média é 
uma anomalia.

Você pode usar o procedimento a seguir para realizar uma análise de detecção de anomalias.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar análise.

3. Para Tipo de análise, escolha Séries temporais.

4. Para Visualização, escolha Detecção de anomalias.

5. Em Limite de anomalia, escolha o limite em que um valor é considerado uma anomalia.

6. Escolha Visualizar para gerar uma visualização prévia da análise.

7. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Decomposição de tendências sazonais em dados de séries temporais

Você pode determinar se há sazonalidade em seus dados de séries temporais usando a visualização 
de Decomposição de tendências sazonais. Usamos o método STL (Decomposição de tendência 
sazonal usando LOESS) para realizar a decomposição. Decompomos a série temporal em seus 
componentes sazonais, de tendência e residuais. A tendência reflete a progressão a longo prazo da 
série. O componente sazonal é um sinal que se repete em um período de tempo. Depois de remover 
a tendência e os componentes sazonais da série temporal, você tem o resíduo.

Você pode usar o procedimento a seguir para realizar uma análise de decomposição de tendência 
sazonal.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar análise.
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3. Para Tipo de análise, escolha Séries temporais.

4. Para Visualização, escolha Decomposição de tendências sazonais.

5. Em Limite de anomalia, escolha o limite em que um valor é considerado uma anomalia.

6. Escolha Visualizar para gerar uma visualização prévia da análise.

7. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Crie visualizações personalizadas

Você pode adicionar uma análise ao seu fluxo do Data Wrangler para criar uma visualização 
personalizada. Seu conjunto de dados, com todas as transformações que você aplicou, está 
disponível como Pandas. DataFrame O Data Wrangler usa a variável df para armazenar o quadro 
de dados. Você acessa o quadro de dados chamando a variável.

Você deve fornecer a variável de saída, chart, para armazenar um gráfico de saída do Altair. Por 
exemplo, você pode usar o seguinte bloco de código para criar um histograma personalizado usando 
o conjunto de dados do Titanic.

import altair as alt
df = df.iloc[:30]
df = df.rename(columns={"Age": "value"})
df = df.assign(count=df.groupby('value').value.transform('count'))
df = df[["value", "count"]]
base = alt.Chart(df)
bar = base.mark_bar().encode(x=alt.X('value', bin=True, axis=None), y=alt.Y('count'))
rule = base.mark_rule(color='red').encode( 
    x='mean(value):Q', 
    size=alt.value(5))
chart = bar + rule

Para criar uma visualização personalizada:

1. Ao lado do nó que contém a transformação que você gostaria de visualizar, escolha o +.

2. Escolha Adicionar análise.

3. Em Tipo de análise, escolha Visualização personalizada.

4. Em Nome da análise, especifique um nome.

5. Insira seu código na caixa do código.

6. Escolha Visualizar para visualizar sua visualização.
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7. Escolha Salvar para adicionar sua visualização.

Se você não souber como usar o pacote de visualização Altair em Python, você pode usar trechos de 
código personalizados para ajudá-lo a começar.

Data Wrangler possui uma coleção pesquisável de trechos de código de visualização. Para usar um 
trecho de visualização, escolha Pesquisar trechos de exemplo e especifique uma consulta na barra 
de pesquisa.

O exemplo a seguir usa o trecho de código para um gráfico de dispersão com bins. Traça um 
histograma para 2 dimensões.

Os trechos de código possuem comentários para ajudar você a entender as alterações que precisa 
fazer no código. Normalmente, é necessário especificar os nomes das colunas do seu conjunto de 
dados no código.

import altair as alt

# Specify the number of top rows for plotting
rows_number = 1000
df = df.head(rows_number)   
# You can also choose bottom rows or randomly sampled rows
# df = df.tail(rows_number)
# df = df.sample(rows_number)

chart = ( 
    alt.Chart(df) 
    .mark_circle() 
    .encode( 
        # Specify the column names for binning and number of bins for X and Y axis 
        x=alt.X("col1:Q", bin=alt.Bin(maxbins=20)), 
        y=alt.Y("col2:Q", bin=alt.Bin(maxbins=20)), 
        size="count()", 
    )
)

# :Q specifies that label column has quantitative type.
# For more details on Altair typing refer to
# https://altair-viz.github.io/user_guide/encoding.html#encoding-data-types 
         

Preparar dados 851



Amazon SageMaker Guia do Desenvolvedor

Transforme dados

O Amazon SageMaker Data Wrangler fornece várias transformações de dados de ML para 
agilizar a limpeza, a transformação e a caracterização de seus dados. Quando você adiciona uma 
transformação, ela adiciona uma etapa ao fluxo de dados. Cada transformação que você adiciona 
modifica seu conjunto de dados e gera um novo dataframe. Todas as transformações subsequentes 
se aplicam ao dataframe resultante.

O Data Wrangler inclui transformações embutidas, que você pode usar para transformar colunas 
sem a necessidade de código. Você também pode adicionar transformações personalizadas usando 
PySpark Python (função definida pelo usuário), pandas e SQL. PySpark Algumas transformações 
operam no local, enquanto outras criam uma nova coluna de saída no seu conjunto de dados.

Você pode aplicar transformações em várias colunas ao mesmo tempo. Por exemplo, você pode 
excluir várias colunas em uma única etapa.

Você pode aplicar o processo numérico e manipular as transformações ausentes somente em uma 
única coluna.

Use esta página para saber mais sobre essas transformações integradas e personalizadas.

Interface de usuário da transformação

A maioria das transformações integradas está localizada na guia Preparar interface do usuário 
do Data Wrangler. Você pode acessar as transformações de união e concatenação através da 
visualização do fluxo de dados. Use a tabela a seguir para ter uma prévia dessas duas visualizações.

Transform

Você pode adicionar uma transformação a qualquer etapa do seu fluxo de dados. Use o 
procedimento a seguir para adicionar uma transformação ao fluxo de dados.

Para adicionar uma etapa ao fluxo de dados, faça o seguinte:

1. Escolha o ícone + ao lado da etapa no fluxo de dados.

2. Escolha Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha uma transformação.

5. (Opcional) Você pode pesquisar a transformação que deseja usar. O Data Wrangler destaca 
a consulta nos resultados.
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Join View

Para associar dois conjuntos de dados, selecione o primeiro conjunto de dados em seu fluxo de 
dados e escolha Unir. Quando você escolhe Participar. Seus conjuntos de dados esquerdo e 
direito são exibidos no painel esquerdo. O painel principal exibe o fluxo de seus dados, com o 
conjunto de dados recém-unido adicionado.

Ao escolher Unir para configurar sua associação, você verá resultados semelhantes aos 
mostrados na imagem a seguir. Sua configuração de junção é exibida no painel esquerdo. Você 
pode usar esse painel para escolher o nome do conjunto de dados unido, o tipo de junção e as 
colunas a serem unidas. O painel principal exibe três tabelas. As duas tabelas superiores exibem 
os conjuntos de dados esquerdo e direito à esquerda e à direita, respectivamente. Nessa tabela, 
você pode visualizar o conjunto de dados associado.

Para saber mais, consulte Unir conjuntos de dados.

Concatenate View

Para concatenar dois conjuntos de dados, você seleciona o primeiro conjunto de dados em seu 
fluxo de dados e escolhe a opção Concatenar. Seus conjuntos de dados esquerdo e direito são 
exibidos no painel esquerdo. O painel principal exibe o fluxo dos seus dados, com o conjunto de 
dados recém-concatenado adicionado.

Quando você escolhe Configurar para ajustar a sua concatenação, você verá resultados 
semelhantes aos mostrados na imagem a seguir. Sua configuração de concatenação é exibida 
no painel esquerdo. Você pode usar esse painel para escolher o nome do conjunto de dados 
concatenado e optar por remover duplicatas após a concatenação e adicionar colunas para 
indicar o dataframe de origem. O painel principal exibe três tabelas. As duas tabelas superiores 
exibem os conjuntos de dados esquerdo e direito à esquerda e à direita, respectivamente. Abaixo 
desta tabela, você pode visualizar uma prévia do conjunto de dados concatenado.

Para saber mais, consulte Concatenar conjuntos de dados.

Unir conjuntos de dados

Você uni dataframes diretamente em seu fluxo de dados. Quando você associa dois conjuntos de 
dados, o conjunto resultante aparece no seu fluxo. Os seguintes tipos de união são suportados pelo 
Data Wrangler.

• Externo esquerdo - Inclua todas as linhas da tabela esquerda. Se o valor para a coluna na qual a 
associação foi feita em uma linha da tabela da esquerda não corresponder a nenhum valor nas 
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linhas da tabela da direita, essa linha conterá valores nulos para todas as colunas da tabela da 
direita na tabela resultante.

• Anti esquerdo — Inclui linhas da tabela à esquerda que não contêm valores na tabela à direita 
para a coluna unida.

• Semi esquerda — Inclui uma única linha da tabela à esquerda para todas as linhas idênticas que 
atendem aos critérios na instrução de união. Isso exclui linhas duplicadas da tabela à esquerda 
que correspondam aos critérios da união.

• Externo direito — Inclua todas as linhas da tabela à direita. Se o valor da coluna unida em uma 
linha direita da tabela não corresponder a nenhum valor da linha esquerda da tabela, essa linha 
conterá valores nulos para todas as colunas da tabela esquerda na tabela unida.

• Interno - Inclua linhas das tabelas esquerda e direita que contêm valores correspondentes na 
coluna unida.

• Exterior completo — Inclua todas as linhas das tabelas esquerda e direita. Se o valor da linha para 
a coluna de união em qualquer uma das tabelas não coincidir, linhas separadas são criadas na 
tabela resultante da união. Se uma linha não tiver um valor para uma coluna na tabela unida, será 
inserido um valor nulo para essa coluna.

• Produto Cartesiano - Inclui as linhas que combinam cada linha da primeira tabela com cada linha 
da segunda tabela. Esse é um produto cartesiano de linhas de tabelas na união. O resultado 
desse produto é o tamanho da tabela da esquerda multiplicado pelo tamanho da tabela da direita. 
Portanto, recomendamos cautela ao usar essa união entre conjuntos de dados muito grandes.

Use o procedimento a seguir para unir dois dataframes.

1. Selecione + ao lado do dataframe esquerdo que você deseja unir. O primeiro dataframe que 
você seleciona é sempre a tabela à esquerda em sua união.

2. Selecionar Unir.

3. Selecione o dataframe correto. O segundo dataframe que você seleciona é sempre a tabela à 
direita em sua união.

4. Escolha Configurar para configurar sua união.

5. Dê um nome ao conjunto de dados unido usando o campo Nome.

6. Selecione um Unir tipo.

7. Selecione uma coluna das tabelas esquerda e direita para unir.

8. Escolha Aplicar para visualizar o conjunto de dados unido à direita.

9. Para adicionar a tabela unida ao seu fluxo de dados, escolha Adicionar.
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Concatenar conjuntos de dados

Concatenar dois conjuntos de dados:

1. Escolha + ao lado do quadro de dados esquerdo que você deseja concatenar. O primeiro 
dataframe que você seleciona é sempre a tabela à esquerda em sua união.

2. Escolha Concatenar.

3. Selecione o dataframe correto. O segundo dataframe que você seleciona é sempre a tabela à 
direita em sua união.

4. Escolha Configurar para configurar sua concatenação.

5. Dê um nome ao conjunto de dados unido usando o campo Nome.

6. (Opcional) Marque a caixa de seleção ao lado de Remover duplicatas após a concatenação para 
remover colunas duplicadas.

7. (Opcional) Marque a caixa de seleção ao lado de Adicionar coluna para indicar o dataframe de 
origem se, para cada coluna no novo conjunto de dados, você quiser adicionar um indicador da 
origem da coluna.

8. Escolha Aplicar para visualizar o novo conjunto de dados.

9. Escolha Adicionar para adicionar um novo conjunto de dados ao seu fluxo de dados.

Dados da balança

Você pode equilibrar os dados dos conjuntos de dados com uma categoria sub-representada. 
O balanceamento de um conjunto de dados pode ajudar você a criar modelos melhores para 
classificação binária.

Note

Você não pode balancear conjuntos de dados contendo vetores de coluna.

Você pode usar a operação Balancear dados para equilibrar seus dados usando um dos seguintes 
operadores:

• Sobreamostragem aleatória — Duplica aleatoriamente amostras na categoria minoritária. Por 
exemplo, se você está tentando detectar fraudes, talvez só tenha casos de fraude em 10% dos 
seus dados. Para uma proporção igual de casos fraudulentos e não fraudulentos, esse operador 
duplica aleatoriamente os casos de fraude no conjunto de dados 8 vezes.
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• Subamostragem aleatória — Aproximadamente equivalente à sobreamostragem aleatória. 
Remove aleatoriamente amostras da categoria super-representada para obter a proporção de 
amostras desejada.

• Técnica de Oversampling Sintético de Minorias (SMOTE) — Usa amostras da categoria sub-
representada para interpolar novas amostras sintéticas de minorias. Para obter mais informações 
sobre o SMOTE, consulte a descrição a seguir.

Você pode usar todas as transformações para conjuntos de dados contendo recursos numéricos e 
não numéricos. O SMOTE interpola valores usando amostras vizinhas. O Data Wrangler utiliza a 
distância R-quadrado para determinar o entorno no qual interpolar as amostras adicionais. O Data 
Wrangler usa somente recursos numéricos para calcular as distâncias entre amostras no grupo sub-
representado.

Para dois exemplos reais no grupo sub-representado, o Data Wrangler interpola os recursos 
numéricos usando uma média ponderada. Ele atribui pesos aleatoriamente a essas amostras na 
faixa de [0, 1]. Para recursos numéricos, o Data Wrangler interpola amostras usando uma média 
ponderada das amostras. Para as amostras A e B, o Data Wrangler pode atribuir aleatoriamente um 
peso de 0,7 a A e 0,3 a B. A amostra interpolada tem um valor de 0,7A + 0,3B.

O Data Wrangler interpola atributos não numéricos copiando de qualquer uma das amostras reais 
interpoladas. Ele copia as amostras com uma probabilidade que é atribuída aleatoriamente a cada 
amostra. Para as amostras A e B, ele pode atribuir probabilidades de 0,8 a A e 0,2 a B. Para as 
probabilidades atribuídas, ele copia A 80% das vezes.

Transformações personalizadas

O grupo Transformações personalizadas permite que você use Python (função definida pelo usuário) 
PySpark, pandas PySpark ou (SQL) para definir transformações personalizadas. Para todas as três 
opções, você usa a variável df para acessar o dataframe ao qual deseja aplicar a transformação. 
Para aplicar seu código personalizado ao seu dataframe, atribua ao dataframe as transformações 
que você fez na variável. df Se você não estiver usando Python (função definida pelo usuário), você 
não precisará incluir uma instrução de retorno. Escolha Visualizar para visualizar o resultado da 
transformação personalizada. Escolha Adicionar para adicionar a transformação personalizada à sua 
lista de etapas anteriores.

Você pode importar as bibliotecas populares com uma import instrução no bloco de código de 
transformação personalizado, como a seguinte:

• NumPy versão 1.19.0
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• scikit-learn versão 0.23.2

• SciPy versão 1.5.4

• pandas versão 1.0.3

• PySpark versão 3.0.0

Important

A opção Personalizar transformação não suporta colunas com espaços ou caracteres 
especiais no nome. Recomendamos que você especifique nomes de colunas que tenham 
somente caracteres alfanuméricos e sublinhados. Você pode usar a transformação
Renomear coluna no grupo Gerenciar transformação de colunas para remover espaços 
do nome de uma coluna. Você também pode adicionar uma transformação personalizada
em Python (Pandas) semelhante à seguinte para remover espaços de várias colunas em 
uma única etapa. Este exemplo altera as colunas nomeadas A column e B column para
A_column e B_column respectivamente.

df.rename(columns={"A column": "A_column", "B column": "B_column"})

Se você incluir instruções de impressão no bloco de código, o resultado será exibido quando você 
selecionar Visualizar. Você pode redimensionar o painel do transformador de código personalizado. 
O redimensionamento do painel fornece mais espaço para escrever código.

As seções a seguir fornecem contexto adicional e exemplos para escrever código de transformação 
personalizado.

Python (função definida pelo usuário)

A função Python oferece a capacidade de escrever transformações personalizadas sem precisar 
conhecer o Apache Spark ou os pandas. O Data Wrangler é otimizado para executar seu código 
personalizado rapidamente. Você obtém desempenho semelhante usando código Python 
personalizado e um plug-in Apache Spark.

Para usar o bloco de código Python (função definida pelo usuário), você especifica o seguinte:

• Coluna de entrada — A coluna de entrada na qual você está aplicando a transformação.

• Modo — O modo de script, pandas ou Python.
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• Tipo de retorno — O tipo de dados do valor que você está retornando.

Usar o modo pandas oferece melhor desempenho. O modo Python facilita a escrita de 
transformações ao permitir o uso de funções puramente em Python.

PySpark

O exemplo a seguir extrai data e hora de um timestamp.

from pyspark.sql.functions import from_unixtime, to_date, date_format
df = df.withColumn('DATE_TIME', from_unixtime('TIMESTAMP'))
df = df.withColumn( 'EVENT_DATE', to_date('DATE_TIME')).withColumn(
'EVENT_TIME', date_format('DATE_TIME', 'HH:mm:ss'))

pandas

O exemplo a seguir fornece uma visão geral do dataframe ao qual você está adicionando 
transformações.

df.info()

PySpark (SQL)

O exemplo a seguir cria um novo dataframe com quatro colunas: nome, tarifa, classe, sobreviveu.

SELECT name, fare, pclass, survived FROM df

Se você não sabe como usar PySpark, pode usar trechos de código personalizados para ajudar você 
a começar.

O Data Wrangler tem uma coleção que pode ser pesquisada de trechos de código. Você pode usar 
trechos de código para realizar tarefas como descartar colunas, agrupar por colunas ou modelar.

Para usar um trecho de código, escolha Pesquisar trechos de exemplo e especifique uma consulta 
na barra de pesquisa. O texto especificado na consulta não precisa corresponder exatamente ao 
nome do trecho de código.

O exemplo a seguir mostra um trecho de código Excluir linhas duplicadas que pode excluir linhas 
com dados semelhantes no seu conjunto de dados. Você pode encontrar o trecho de código 
pesquisando uma das seguintes opções:
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• Duplica

• Idêntico

• Remover

O trecho a seguir tem comentários para ajudar você a entender as alterações que você precisa fazer. 
Para a maioria dos trechos, você deve especificar os nomes das colunas do seu conjunto de dados 
no código.

# Specify the subset of columns
# all rows having identical values in these columns will be dropped

subset = ["col1", "col2", "col3"]
df = df.dropDuplicates(subset)   

# to drop the full-duplicate rows run
# df = df.dropDuplicates()             
                         
         

Para usar um trecho, copie e cole seu conteúdo no campo Transformação personalizada. Você pode 
copiar e colar vários trechos de código no campo de transformação personalizado.

Personalizar fórmula

Use a opção Personalizar fórmula para definir uma nova coluna usando uma expressão do Spark 
SQL para consultar dados no dataframe atual. A consulta deve usar as convenções das expressões 
SQL do Spark.

Important

A opção Personalizar transformação não suporta colunas com espaços ou caracteres 
especiais no nome. Recomendamos que você especifique nomes de colunas que tenham 
somente caracteres alfanuméricos e sublinhados. Você pode usar a transformação
Renomear coluna no grupo Gerenciar transformação de colunas para remover espaços 
do nome de uma coluna. Você também pode adicionar uma transformação personalizada
em Python (Pandas) semelhante à seguinte para remover espaços de várias colunas em 
uma única etapa. Este exemplo altera as colunas nomeadas A column e B column para
A_column e B_column respectivamente.
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df.rename(columns={"A column": "A_column", "B column": "B_column"})

Você pode usar essa transformação para realizar operações em colunas, referenciando as colunas 
pelo nome. Por exemplo, supondo que o dataframe atual contenha colunas chamadas col_a e col_b, 
você pode usar a operação a seguir para produzir uma coluna de saída que seja o produto dessas 
duas colunas com o código a seguir:

col_a * col_b

Outras operações comuns incluem as seguintes, supondo que um dataframe contenha col_a
colunas: col_b

• Concatene duas colunas: concat(col_a, col_b)

• Adicione duas colunas: col_a + col_b

• Subtraia duas colunas: col_a - col_b

• Divida duas colunas: col_a / col_b

• Pegue o valor absoluto de uma coluna: abs(col_a)

Para obter mais informações, consulte a documentação do Spark sobre a seleção de dados.

Reduza a dimensionalidade em um conjunto de dados

Reduza a dimensionalidade em seus dados usando a Análise de Componentes Principais (PCA). A 
dimensionalidade do seu conjunto de dados corresponde ao número de recursos. Ao usar a redução 
de dimensionalidade no Data Wrangler, você obtém um novo conjunto de atributos chamados 
componentes. Cada componente é responsável por alguma variabilidade nos dados.

O primeiro componente é responsável pela maior quantidade de variação nos dados. O segundo 
componente é responsável pela segunda maior variação nos dados e assim por diante.

Você pode usar a redução de dimensionalidade para diminuir o tamanho dos conjuntos de dados 
usados para treinar modelos. Em vez de usar os atributos do seu conjunto de dados, você pode usar 
os componentes principais.

Para realizar o PCA, o Data Wrangler cria eixos para seus dados. Um eixo é uma combinação afim 
de colunas no seu conjunto de dados. O primeiro componente principal é o valor no eixo que tem 
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a maior quantidade de variância. O segundo componente principal é o valor no eixo que possui 
a segunda maior quantidade de variação. O enésimo componente principal é o valor no eixo que 
possui a enésima maior quantidade de variação.

Você pode configurar o número de componentes principais que o Data Wrangler retorna. Você 
pode especificar diretamente o número de componentes principais ou especificar a porcentagem 
do limite de variação. Cada componente principal explica uma quantidade de variação nos dados. 
Por exemplo, você pode ter um componente principal com um valor de 0,5. O componente explicaria 
50% da variação nos dados. Quando você especifica uma porcentagem de limite de variação, o Data 
Wrangler retorna o menor número de componentes que atendem à porcentagem especificada.

A seguir estão exemplos de componentes principais com a quantidade de variação que eles 
explicam nos dados.

• Componente 1 — 0,5

• Componente 2 — 0,45

• Componente 3 — 0,05

Se você especificar uma porcentagem de limite de variação de 94 ou 95, o Data Wrangler retornará 
o Componente 1 e o Componente 2. Se você especificar uma porcentagem de limite de variação de
96, o Data Wrangler retornará todos os três componentes principais.

É possível usar o procedimento a seguir para executar o PCA em seu conjunto de dados.

Para executar o PCA em seu conjunto de dados, faça o seguinte:

1. Abra seu fluxo de dados do Data Wrangler.

2. Escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Redução de Dimensionalidade.

5. Em Colunas de entrada, escolha os recursos que você está reduzindo aos componentes 
principais.

6. (Opcional) Em Número de componentes principais, escolha o número de componentes 
principais que o Data Wrangler retorna em seu conjunto de dados. Se especificar um valor para 
o campo, você não poderá especificar um valor para a porcentagem do limite de variação.

7. (Opcional) Para Porcentagem do limite de variação, especifique a porcentagem de variação 
nos dados que você deseja explicar pelos componentes principais. O Data Wrangler usará o 
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valor padrão de 95 se você não especificar um valor para o limite de variância. Você não pode 
especificar uma porcentagem de limite de variação se tiver especificado um valor para Número 
de componentes principais.

8. (Opcional) Desmarque a opção Centralizar para não usar a média das colunas como centro dos 
dados. Por padrão, o Data Wrangler centraliza os dados com a média antes do escalonamento.

9. (Opcional) Desmarque a opção Escalar para não dimensionar os dados com o desvio padrão da 
unidade.

10. (Opcional) Escolha Colunas para produzir os componentes em colunas separadas. Escolha
Vetor para gerar os componentes como um único vetor.

11. (Opcional) Em Coluna de saída, especifique um nome para uma coluna de saída. Se você 
estiver enviando os componentes em colunas separadas, o nome especificado será um prefixo. 
Se você estiver enviando os componentes para um vetor, o nome especificado será o nome da 
coluna vetorial.

12. (Opcional) Selecione Manter colunas de entrada. Não recomendamos selecionar essa opção se 
você planeja usar apenas os componentes principais para treinar seu modelo.

13. Escolha Preview (Pré-visualizar).

14. Escolha Adicionar.

Codificar categórico

Os dados categóricos geralmente são compostos por um número finito de categorias, onde cada 
categoria é representada por um segmento. Por exemplo, se você tiver uma tabela de dados de 
clientes, uma coluna que indica o país em que a pessoa mora é categórica. As categorias seriam
Afeganistão, Albânia, Argélia e assim por diante. Os dados categóricos podem ser nominais ou
ordinais. As categorias ordinais têm uma ordem inerente e as categorias nominais não. O grau mais
alto obtido (ensino médio, bacharelado, mestrado, etc.) é um exemplo de categorias ordinais.

Codificar dados categóricos é o processo de criar uma representação numérica para categorias. Por 
exemplo, se suas categorias são Cachorro e Gato, você pode codificar essas informações em dois 
vetores, [1,0] para representar Cachorro e [0,1] para representar Gato.

Ao codificar categorias ordinais, talvez seja necessário traduzir a ordem natural das categorias em 
sua codificação. Por exemplo, você pode representar o grau mais alto obtido com o seguinte mapa:
{"High school": 1, "Bachelors": 2, "Masters":3}.

Use codificação categórica para codificar dados categóricos que estão no formato de segmento em 
matrizes de números inteiros.
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Os codificadores categóricos do Data Wrangler criam codificações para todas as categorias 
que existem em uma coluna no momento em que a etapa é definida. Se novas categorias foram 
adicionadas a uma coluna quando você inicia uma tarefa do Data Wrangler para processar seu 
conjunto de dados no momento t, e essa coluna foi a entrada para uma transformação da codificação 
categórica do Data Wrangler no momento t-1, essas novas categorias serão consideradas ausentes
na tarefa do Data Wrangler. A opção selecionada para Estratégia de tratamento inválida é aplicada a 
esses valores ausentes. Exemplos de quando isso pode ocorrer são:

• Quando você usa um arquivo.flow para criar uma tarefa do Data Wrangler para processar um 
conjunto de dados que foi atualizado após a criação do fluxo de dados. Por exemplo, você pode 
usar um fluxo de dados para processar regularmente os dados de vendas a cada mês. Se esses 
dados de vendas forem atualizados semanalmente, novas categorias poderão ser introduzidas em 
colunas para as quais uma etapa categórica de codificação é definida.

• Quando você seleciona Amostragem ao importar seu conjunto de dados, algumas categorias 
podem ser deixadas de fora da amostra.

Nessas situações, essas novas categorias são consideradas valores ausentes no trabalho do Data 
Wrangler.

Você pode escolher e configurar uma codificação ordinal e uma codificação única. Use as seguintes 
seções para saber mais sobre essas opções.

Ambas as transformações criam uma nova coluna chamada Nome da coluna de saída. Você 
especifica o formato de saída dessa coluna com o estilo de saída:

• Selecione Vetor para produzir uma única coluna com um vetor esparso.

• Selecione Colunas para criar uma coluna para cada categoria com uma variável indicadora para 
determinar se o texto na coluna original contém um valor igual a essa categoria.

Codificação ordinal

Selecione Codificação ordinal para codificar categorias em um número inteiro entre 0 e o número 
total de categorias na coluna de entrada selecionada.

Estratégia de tratamento inválida: selecione um método para lidar com valores inválidos ou ausentes.

• Escolha Ignorar se quiser omitir as linhas com valores ausentes.

• Escolha Manter para manter os valores ausentes como a última categoria.
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• Escolha Erro se quiser que o Data Wrangler gere um erro se forem encontrados valores ausentes 
na coluna de entrada.

• Escolha Substituir por NaN para substituir o ausente por NaN. Essa opção é recomendada se seu 
algoritmo de ML puder lidar com valores ausentes. Caso contrário, as três primeiras opções dessa 
lista podem produzir melhores resultados.

Codificação One-Hot

Selecione Codificação única para Transformar para usar a codificação única. Configure essa 
transformação usando o seguinte:

• Eliminar a última categoria: se True a última categoria não tiver um índice correspondente na 
codificação one-hot. Quando valores ausentes são possíveis, uma categoria ausente é sempre a 
última e definir isso True significa que um valor ausente resulta em um vetor totalmente zero.

• Estratégia de tratamento inválida: selecione um método para lidar com valores inválidos ou 
ausentes.

• Escolha Ignorar se quiser omitir as linhas com valores ausentes.

• Escolha Manter para manter os valores ausentes como a última categoria.

• Escolha Erro se quiser que o Data Wrangler gere um erro se forem encontrados valores 
ausentes na coluna de entrada.

• A entrada é codificada ordinalmente: selecione essa opção se o vetor de entrada contiver dados 
codificados ordinais. Essa opção exige que os dados de entrada contenham números inteiros não 
negativos. Se Verdadeiro, a entrada i é codificada como um vetor com um valor diferente de zero 
no local i.

Codificação de similaridade

Use a codificação de similaridade quando você tiver o seguinte:

• Um grande número de variáveis categóricas

• Dados ruidosos

O codificador de similaridade cria incorporações para colunas com dados categóricos. Uma 
incorporação é uma correspondência de objetos discretos, como palavras, para vetores de números 
reais. Codifica segmentos semelhantes em vetores contendo valores semelhantes. Por exemplo, ele 
cria codificações muito semelhantes para “California” e “Calfornia”.
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O Data Wrangler converte cada categoria em seu conjunto de dados em um conjunto de tokens 
usando um tokenizador de 3 gramas. Ele converte os tokens em uma incorporação usando a 
codificação min-hash.

As codificações de similaridade que o Data Wrangler cria:

• Têm baixa dimensionalidade

• São escaláveis para um grande número de categorias

• São robustos e resistentes ao ruído

Pelas razões anteriores, a codificação por similaridade é mais versátil do que a codificação one-hot.

Para adicionar a transformação de codificação de similaridade ao seu conjunto de dados, use o 
procedimento a seguir.

Para usar a codificação de similaridade, faça o seguinte:

1. Faça login no Amazon SageMaker Console.

2. Escolha Open Studio Classic.

3. Escolha Iniciar aplicativo.

4. Escolha Studio.

5. Especifique seu fluxo de dados.

6. Escolha uma etapa com uma transformação.

7. Escolha Adicionar etapa.

8. Escolha Codificar categórico.

9. Especifique o seguinte:

• Transformação — Codificação por similaridade

• Coluna de entrada — A coluna que contém os dados categóricos que você está codificando.

• Dimensão de destino — (Opcional) A dimensão do vetor de incorporação categórica. O 
valor padrão é 30. Recomendamos usar uma dimensão alvo maior se você tiver um grande 
conjunto de dados com muitas categorias.

• Estilo de saída — Escolha Vetor para um único vetor com todos os valores codificados. 
Escolha Coluna para ter os valores codificados em colunas separadas.
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• Coluna de saída — (Opcional) O nome da coluna de saída para uma saída codificada em 
vetor. Para uma saída codificada em coluna, esse é o prefixo dos nomes das colunas seguido 
pelo número listado.

Caracterizar texto

Use o grupo de transformação Caracterizar texto para inspecionar colunas digitadas por segmento e 
use a incorporação de texto para destacar essas colunas.

Esse grupo de atributos contém dois atributos, estatísticas de caracteres e vetorização. Use as 
seções a seguir para saber mais sobre essas transformações. Para ambas as opções, a coluna de 
entrada deve conter dados de texto (tipo segmento).

Estatísticas de personagens

Use estatísticas de caracteres para gerar estatísticas para cada linha em uma coluna contendo 
dados de texto.

Essa transformação calcula as seguintes proporções e contagens para cada linha e cria uma nova 
coluna para relatar o resultado. A nova coluna é nomeada usando o nome da coluna de entrada 
como um prefixo e um sufixo específico da proporção ou contagem.

• Número de palavras: o número total de palavras nessa linha. O sufixo dessa coluna de saída é-
stats_word_count.

• Número de caracteres: o número total de caracteres nessa linha. O sufixo dessa coluna de saída 
é-stats_char_count.

• Proporção maior: o número de caracteres maiúsculos, de A a Z, dividido por todos os caracteres 
na coluna. O sufixo dessa coluna de saída é-stats_capital_ratio.

• Proporção menor: o número de caracteres minúsculos, de a a z, dividido por todos os caracteres 
da coluna. O sufixo dessa coluna de saída é -stats_lower_ratio.

• Proporção de dígitos: A proporção de dígitos em uma única linha sobre a soma dos dígitos na 
coluna de entrada. O sufixo dessa coluna de saída é-stats_digit_ratio.

• Proporção de caracteres especiais: a proporção de caracteres não alfanuméricos (como #$&%:@) 
em relação à soma de todos os caracteres na coluna de entrada. O sufixo dessa coluna de saída é
-stats_special_ratio.
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Vetorizar

A incorporação de texto envolve o mapeamento de palavras ou frases de um vocabulário para 
vetores de números reais. Use a transformação de incorporação de texto do Data Wrangler para 
tokenizar e vetorizar dados de texto em vetores de frequência de documento inversa de frequência 
de termo (TF-IDF).

Quando o TF-IDF é calculado para uma coluna de dados de texto, cada palavra de cada frase é 
convertida em um número real que representa sua importância semântica. Números mais altos estão 
associados a palavras menos frequentes, que tendem a ser mais significativas.

Quando você define uma etapa de transformação Vetorizar, o Data Wrangler usa os dados em seu 
conjunto de dados para definir o vetorizador de contagem e os métodos TF-IDF. A execução de um 
trabalho do Data Wrangler usa esses mesmos métodos.

Você configura essa transformação usando o seguinte:

• Nome da coluna de saída: essa transformação cria uma nova coluna com a incorporação do texto. 
Use esse campo para especificar um nome para essa coluna de saída.

• Tokenizador: um tokenizador converte a frase em uma lista de palavras ou tokens.

Escolha Padrão para usar um tokenizador que divide por espaço em branco e converte cada 
palavra em minúsculas. Por exemplo, "Good dog" é tokenizado para ["good","dog"].

Escolha Personalizar para usar um tokenizador personalizado. Se você escolher Personalizar, 
poderá usar os seguintes campos para configurar o tokenizador:

• Tamanho mínimo do token: o tamanho mínimo, em caracteres, para que um token seja válido. 
Padronizado como 1. Por exemplo, se você especificar 3 o tamanho mínimo do token, palavras 
como a, at, in são retiradas da frase tokenizada.

• O regex deve ser dividido em lacunas: Se selecionado, o regex divide em lacunas. Caso 
contrário, ele corresponderá aos tokens. Padronizado como True.

• Padrão Regex: o padrão que define o processo de tokenização. Padronizado como ' \\ s+'.

• Para minúsculas: se escolhido, o Data Wrangler converte todos os caracteres em minúsculas 
antes da tokenização. Padronizado como True.

Para saber mais, consulte a documentação do Spark sobre o Tokenizer.
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• Vetorizador: o vetorizador converte a lista de tokens em um vetor numérico esparso. Cada token 
corresponde a um índice no vetor e um valor diferente de zero indica a existência do token na 
frase de entrada. Você pode escolher entre duas opções de vetorização, Count e Hashing.

• A vetorização de contagem permite personalizações que filtram tokens pouco frequentes ou 
muito comuns. Os parâmetros de vetorização de contagem incluem o seguinte:

• Frequência mínima do termo: em cada linha, os termos (tokens) com menor frequência são 
filtrados. Se você especificar um número inteiro, este será um limite absoluto (inclusivo). Se 
você especificar uma fração entre 0 (inclusive) e 1, o limite será relativo à contagem total de 
termos. Padronizado como 1.

• Frequência mínima do documento: número mínimo de linhas nas quais um termo (token) 
deve aparecer para ser incluído. Se você especificar um número inteiro, este será um limite 
absoluto (inclusivo). Se você especificar uma fração entre 0 (inclusive) e 1, o limite será 
relativo à contagem total de termos. Padronizado como 1.

• Frequência máxima de documentos: Número máximo de documentos (linhas) nos quais um 
termo (token) pode aparecer incluído. Se você especificar um número inteiro, este será um 
limite absoluto (inclusivo). Se você especificar uma fração entre 0 (inclusive) e 1, o limite será 
relativo à contagem total de termos. Padronizado como 0.999.

• Tamanho máximo do vocabulário: tamanho máximo do vocabulário. O vocabulário é composto 
por todos os termos (tokens) em todas as linhas da coluna. Padronizado como 262144.

• Saídas binárias: se selecionadas, as saídas vetoriais não incluem o número de aparições de 
um termo em um documento, mas são um indicador binário de sua aparência. Padronizado 
como False.

Para saber mais sobre essa opção, consulte a documentação do Spark em CountVectorizer.

• O hashing é computacionalmente mais rápido. Os parâmetros de vetorização de hashing
incluem o seguinte:

• Número de atributos durante o hash: um vetorizador de hash mapeia tokens para um índice 
vetorial de acordo com seu valor de hash. Esse atributo determina o número de valores de 
hash possíveis. Valores grandes resultam em menos colisões entre valores de hash, mas em 
um vetor de saída de maior dimensão.

Para saber mais sobre essa opção, consulte a documentação do Spark em FeatureHasher

• O Apply IDF aplica uma transformação IDF, que multiplica a frequência do termo pela frequência 
inversa padrão do documento usada para incorporação TF-IDF. Os parâmetros IDF incluem o 
seguinte:
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• Frequência mínima do documento: número mínimo de documentos (linhas) nos quais um 
termo (token) deve aparecer para ser incluído. Se count_vectorize for o vetorizador escolhido, 
recomendamos que você mantenha o valor padrão e modifique somente o campo min_doc_freq
nos parâmetros de vetorização de contagem. Padronizado como 5.

• Formato de saída: o formato de saída de cada linha.

• Selecione Vetor para produzir uma única coluna com um vetor esparso.

• Selecione Nivelado para criar uma coluna para cada categoria com uma variável indicadora 
para saber se o texto na coluna original contém um valor igual a essa categoria. Você só pode 
escolher achatado quando Vetorizador é definido como vetorizador de contagem.

Séries temporais de transformações

No Data Wrangler, você pode transformar dados de séries temporais. Os valores em um conjunto 
de dados de série temporal são indexados em um horário específico. Por exemplo, um conjunto 
de dados que mostra o número de clientes em uma loja para cada hora do dia é um conjunto de 
dados de séries temporais. A tabela a seguir mostra um exemplo de um conjunto de dados de séries 
temporais.

Número horário de clientes em uma loja

Número de clientes Hora (hora)

4 09:00

10 10:00

14 11:00

25 12:00

20 13:00

18 14:00

Para a tabela anterior, a coluna Número de clientes contém os dados de séries temporais. Os dados 
da série temporal são indexados nos dados horários na coluna Tempo (hora).
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Talvez seja necessário realizar uma série de transformações em seus dados para obtê-los 
em um formato que possa ser usado em sua análise. Use o grupo de transformação de séries 
temporais para transformar seus dados de séries temporais. Para obter mais informações sobre as 
transformações que você pode executar, consulte as seções a seguir.

Tópicos

• Agrupar por uma série temporal

• Reamostragem de dados de séries temporais

• Lidar com dados de séries temporais ausentes

• Valide o timestamp de seus dados de séries temporais

• Padronizando a duração da série temporal

• Extraia recursos de seus dados de séries temporais

• Use atributos atrasados de seus dados de séries temporais

• Crie um intervalo de data e hora em sua série temporal

• Use uma janela contínua em sua série temporal

Agrupar por uma série temporal

Você pode usar a operação agrupar por para agrupar dados de séries temporais para valores 
específicos em uma coluna.

Por exemplo, você tem a tabela a seguir que monitora o uso médio diário de eletricidade em uma 
residência.

Uso médio diário de eletricidade doméstica

ID da residência Timestamp diário Uso de eletricidade 
(kWh)

Número de ocupantes 
da residência

household_0 1/1/2020 30 2

household_0 1/2/2020 40 2

household_0 1/4/2020 35 3

household_1 1/2/2020 45 3

household_1 1/3/2020 55 4
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Se optar por agrupar por ID, você obterá a tabela a seguir.

Uso de eletricidade agrupado por identificação residencial

ID da residência Série de uso de eletricidade 
(kWh)

Série do número de ocupantes 
da residência

household_0 [30, 40, 35] [2, 2, 3]

household_1 [45, 55] [3, 4]

Cada entrada na sequência da série temporal é ordenada pelo timestamp correspondente. O 
primeiro elemento da sequência corresponde ao primeiro timestamp da série. Para household_0,
30 é o primeiro valor da Série de uso de eletricidade. O valor de 30 corresponde ao primeiro 
timestamp de 1/1/2020.

Você pode incluir o timestamp inicial e o timestamp final. A tabela a seguir mostra como essas 
informações aparecem.

Uso de eletricidade agrupado por identificação residencial

ID da residência Série de uso 
de eletricidade 
(kWh)

Série do número 
de ocupantes da 
residência

Start_time End_time

household_0 [30, 40, 35] [2, 2, 3] 1/1/2020 1/4/2020

household_1 [45, 55] [3, 4] 1/2/2020 1/3/2020

Você pode usar o procedimento a seguir para agrupar por uma coluna de série temporal.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Séries temporais.

5. Em Transformação, escolha Agrupar por.

6. Especifique uma coluna em Agrupar por esta coluna.

7. Em Aplicar às colunas, especifique um valor.
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8. Escolha Visualizar para gerar uma visualização prévia da transformação.

9. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Reamostragem de dados de séries temporais

Os dados de séries temporais geralmente têm observações que não são feitas em intervalos 
regulares. Por exemplo, um conjunto de dados pode ter algumas observações que são registradas 
de hora em hora e outras observações que são registradas a cada duas horas.

Muitas análises, como algoritmos de previsão, exigem que as observações sejam feitas em 
intervalos regulares. A reamostragem permite estabelecer intervalos regulares para as observações 
em seu conjunto de dados.

Você pode aumentar ou diminuir a resolução de uma série temporal. A redução da resolução 
aumenta o intervalo entre as observações no conjunto de dados. Por exemplo, se você reduzir 
a resolução de observações feitas a cada hora ou a cada duas horas, cada observação em seu 
conjunto de dados será feita a cada duas horas. As observações horárias são agregadas em um 
único valor usando um método de agregação, como média ou mediana.

O aumento da amostragem reduz o intervalo entre as observações no conjunto de dados. Por 
exemplo, se você transformar observações feitas a cada duas horas em observações de hora em 
hora, poderá usar um método de interpolação para inferir observações de hora em hora daquelas 
que foram feitas a cada duas horas. Para obter informações sobre métodos de interpolação, consulte 
pandas. DataFrame.interpolar.

Você pode reamostrar dados numéricos e não numéricos.

Use a operação Reamostrar para reamostrar seus dados de séries temporais. Se você tiver várias 
séries temporais em seu conjunto de dados, o Data Wrangler padronizará o intervalo de tempo para 
cada série temporal.

A tabela a seguir mostra um exemplo de redução da amostragem de dados de séries temporais 
usando a média como método de agregação. Os dados são reduzidos de duas em duas horas para 
cada hora.

Leituras de temperatura de hora em hora durante um dia antes da redução da amostragem

Timestamp Temperatura (Celsius)

12:00 30
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Timestamp Temperatura (Celsius)

1:00 32

2:00 35

3:00 32

4:00 30

Leituras de temperatura reduzidas para cada duas horas

Timestamp Temperatura (Celsius)

12:00 30

2:00 33.5

4:00 35

Você pode usar o procedimento a seguir para reamostrar dados de série temporal.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Reamostrar.

5. Em Timestamp, escolha a coluna de timestamp.

6. Em Unidade de frequência, especifique a frequência com a qual você está reamostrando.

7. (Opcional) Especifique um valor para a quantidade de frequência.

8. Configure a transformação especificando os campos restantes.

9. Escolha Visualizar para gerar uma visualização prévia da transformação.

10. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Lidar com dados de séries temporais ausentes

Se você tiver valores ausentes em seu conjunto de dados, realize um dos seguintes procedimentos:
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• Para conjuntos de dados com várias séries temporais, elimine as séries temporais com valores 
ausentes maiores que o limite especificado por você.

• Impute os valores ausentes em uma série temporal usando outros valores na série temporal.

A imputação de um valor ausente envolve a substituição dos dados especificando um valor ou 
usando um método inferencial. A seguir estão os métodos que você pode usar para imputação:

• Valor constante – Substitua todos os dados ausentes em seu conjunto de dados por um valor 
especificado por você.

• Valor mais comum — Substitua todos os dados ausentes pelo valor que tem a maior frequência no 
conjunto de dados.

• Preenchimento futuro — Use um preenchimento futuro para substituir os valores ausentes 
pelo valor não faltante que precede os valores ausentes. Para a sequência: [2, 4, 7, NaN, NaN, 
NaN, 8], todos os valores faltantes são substituídos por 7. A sequência resultante do uso de um 
preenchimento direto é [2, 4, 7, 7, 7, 7, 7, 8].

• Preenchimento reverso – Use um preenchimento reverso para substituir os valores ausentes pelo 
valor não omisso que segue os valores ausentes. Para a sequência: [2, 4, 7, NaN, NaN, NaN, 8], 
todos os valores ausentes são substituídos por 8. A sequência resultante do uso de preenchimento 
reverso é [2, 4, 7, 8, 8, 8, 8].

• Interpolar – Usa uma função de interpolação para imputar os valores ausentes. Para obter 
mais informações sobre as funções que você pode usar para interpolação, consulte pandas. 
DataFrame.interpolar.

Alguns dos métodos de imputação podem não conseguir imputar todos os valores ausentes em seu 
conjunto de dados. Por exemplo, um Preenchimento direto não pode imputar um valor ausente que 
aparece no início da série temporal. Você pode imputar os valores usando um preenchimento direto 
ou um preenchimento reverso.

Você pode imputar valores ausentes em uma célula ou em uma coluna.

O exemplo a seguir mostra como os valores são imputados dentro de uma célula.

Uso de eletricidade com valores faltantes

ID da residência Série de uso de eletricidade (kWh)

household_0 [30, 40, 35, NaN, NaN]
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ID da residência Série de uso de eletricidade (kWh)

household_1 [45, NaN, 55]

Uso de eletricidade com valores imputados usando um preenchimento direto

ID da residência Série de uso de eletricidade (kWh)

household_0 [30, 40, 35, 35, 35]

household_1 [45, 45, 55]

O exemplo a seguir mostra como os valores são imputados em uma coluna.

Uso médio diário de eletricidade doméstica com valores faltantes

ID da residência Uso de eletricidade (kWh)

household_0 30

household_0 40

household_0 NaN

household_1 NaN

household_1 NaN

Consumo médio diário de eletricidade doméstica com valores imputados usando um preenchimento 
direto

ID da residência Uso de eletricidade (kWh)

household_0 30

household_0 40

household_0 40
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ID da residência Uso de eletricidade (kWh)

household_1 40

household_1 40

Você pode usar o procedimento a seguir para lidar com valores ausentes.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Lidas com ausentes.

5. Para o tipo de entrada de série temporal, escolha se você deseja lidar com valores ausentes 
dentro de uma célula ou ao longo de uma coluna.

6. Em Imputar valores ausentes para esta coluna, especifique a coluna que tem os valores 
ausentes.

7. Em Método para imputar valores, selecione um método.

8. Configure a transformação especificando os campos restantes.

9. Escolha Visualizar para gerar uma visualização prévia da transformação.

10. Se você tiver valores ausentes, poderá especificar um método para imputá-los em Método para 
imputar valores.

11. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Valide o timestamp de seus dados de séries temporais

Você pode ter dados de timestamps inválidos. Você pode usar a função Validate timestamp para 
determinar se os timestamps no seu conjunto de dados são válidos. Seu timestamp pode ser inválido 
por um ou mais dos seguintes motivos:

• Sua coluna de timestamp tem valores ausentes.

• Os valores na coluna de timestamp não estão formatados corretamente.
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Se você tiver timestamps inválidos em seu conjunto de dados, não poderá realizar sua análise com 
êxito. Você pode usar o Data Wrangler para identificar timestamps inválidos e entender onde você 
precisa limpar seus dados.

A validação da série temporal funciona de uma das duas maneiras:

Você pode configurar o Data Wrangler para executar uma das seguintes ações se ele encontrar 
valores ausentes em seu conjunto de dados:

• Elimine as linhas que têm os valores ausentes ou inválidos.

• Elimine as linhas que têm os valores ausentes ou inválidos.

• Lance um erro se encontrar algum valor ausente ou inválido no seu conjunto de dados.

Você pode validar os timestamps em colunas que tenham o tipo timestamp ou o tipo string. Se a 
coluna tiver o tipo string, o Data Wrangler converterá o tipo da coluna em timestamp e executará 
a validação.

É possível usar o procedimento a seguir para validar os timestamps em seu conjunto de dados.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Validar timestamps.

5. Na Coluna timestamp, escolha a coluna Timestamp.

6. Em Política, escolha se você deseja lidar com timestamps ausentes.

7. (Opcional) Em Coluna de saída, especifique um nome para a coluna de saída.

8. Se a coluna de data e hora estiver formatada para o tipo de segmento, escolha Transmitir para 
data e hora.

9. Escolha Visualizar para gerar uma visualização prévia da transformação.

10. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Padronizando a duração da série temporal

Se você tiver dados de séries temporais armazenados como matrizes, poderá padronizar cada série 
temporal com o mesmo tamanho. Padronizar o tamanho da matriz de séries temporais pode facilitar 
a realização da análise dos dados.

Preparar dados 877



Amazon SageMaker Guia do Desenvolvedor

Você pode padronizar suas séries temporais para transformações de dados que exigem que o 
tamanho dos dados seja corrigido.

Muitos algoritmos de ML exigem que você nivele seus dados de séries temporais antes de usá-los. 
Nivelar os dados da série temporal é separar cada valor da série temporal em sua própria coluna em 
um conjunto de dados. O número de colunas em um conjunto de dados não pode mudar, então os 
comprimentos das séries temporais precisam ser padronizados entre você e nivelar cada matriz em 
um conjunto de atributos.

Cada série temporal é definida com o comprimento que você especifica como um quantil ou percentil 
do conjunto de séries temporais. Por exemplo, você pode ter três sequências com os seguintes 
comprimentos:

• 3

• 4

• 5

Você pode definir o comprimento de todas as sequências como o comprimento da sequência que 
tem o comprimento do 50º percentil.

Matrizes de séries temporais menores do que o comprimento especificado têm valores ausentes 
adicionados. A seguir está um exemplo de formato de padronização da série temporal para um 
comprimento maior: [2, 4, 5, NaN, NaN, NaN].

Você pode usar abordagens diferentes para lidar com os valores ausentes. Para obter mais 
informações sobre essas abordagens, consulte Lidar com dados de séries temporais ausentes.

As matrizes de séries temporais maiores que o comprimento especificado são truncadas.

É possível usar o procedimento a seguir para padronizar a duração da série temporal.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Padronizar comprimento.

5. Para Padronizar o comprimento da série temporal da coluna, escolha uma coluna.

6. (Opcional) Em Coluna de saída, especifique um nome para a coluna de saída. Se você não 
especificar um nome, a transformação será feita no local.
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7. Se a coluna de data e hora estiver formatada para o tipo de segmento, escolha Transmitir para 
data e hora.

8. Escolha Quantil de corte e especifique um quantil para definir o comprimento da sequência.

9. Escolha Nivelar a saída para gerar os valores da série temporal em colunas separadas.

10. Escolha Visualizar para gerar uma visualização prévia da transformação.

11. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Extraia recursos de seus dados de séries temporais

Se você estiver executando uma classificação ou um algoritmo de regressão em seus dados de 
série temporal, recomendamos extrair atributos da série temporal antes de executar o algoritmo. A 
extração de atributos pode melhorar o desempenho do seu algoritmo.

Use as opções a seguir para escolher como você deseja extrair os atributos dos seus dados:

• Use o Subconjunto mínimo para especificar a extração de 8 atributos que você sabe que são 
úteis em análises posteriores. Você pode usar um subconjunto mínimo quando precisar realizar 
cálculos rapidamente. Você também pode usá-lo quando seu algoritmo de ML tem um alto risco de 
sobreajuste e você deseja fornecer menos atributos.

• Use o subconjunto eficiente para especificar a extração do maior número possível de atributos sem 
extrair recursos que são computacionalmente intensivos em suas análises.

• Use Todos os atributos para especificar a extração de todos os atributos da série de músicas.

• Use o Subconjunto manual para escolher uma lista de atributos que você acha que explicam bem 
a variação em seus dados.

Use o procedimento a seguir para extrair atributos de seus dados de séries temporais.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Extrair atributos.

5. Em Extrair atributos para esta coluna, escolha uma coluna.

6. (Opcional) Selecione Nivelado para gerar os atributos em colunas separadas.

7. Em Estratégia, escolha uma estratégia para extrair os atributos.

8. Escolha Visualizar para gerar uma visualização prévia da transformação.
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9. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Use atributos atrasados de seus dados de séries temporais

Para muitos casos de uso, a melhor maneira de prever o comportamento futuro de sua série 
temporal é usar o comportamento mais recente.

Os usos mais comuns de atributos atrasados são os seguintes:

• Coletando um punhado de valores passados. Por exemplo, para o tempo, t + 1, você coleta t, t - 1, 
t - 2 e t - 3.

• Coletando valores que correspondem ao comportamento sazonal nos dados. Por exemplo, para 
prever a ocupação em um restaurante às 13h, convém usar os atributos a partir das 13h do dia 
anterior. Usar os atributos a partir das 12h ou 11h no mesmo dia pode não ser tão preditivo quanto 
usar os atributos dos dias anteriores.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha os recursos do Lag.

5. Em Gerar atributos de atraso para essa coluna, escolha uma coluna.

6. Na Coluna timestamp, escolha a coluna contendo timestamps.

7. Para Lag, especifique a duração do atraso.

8. (Opcional) Configure a saída usando uma das seguintes opções:

• Incluir toda a janela de atraso

• Nivelar a saída

• Eliminar linhas sem histórico

9. Escolha Visualizar para gerar uma visualização prévia da transformação.

10. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Crie um intervalo de data e hora em sua série temporal

Talvez você tenha dados de séries temporais que não tenham timestamps. Se você sabe que as 
observações foram feitas em intervalos regulares, você pode gerar timestamps para a série temporal 
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em uma coluna separada. Para gerar timestamps, você especifica o valor do carimbo de data/hora 
inicial e a frequência dos timestamps.

Por exemplo, você pode ter os seguintes dados de séries temporais para o número de clientes em 
um restaurante.

Dados de séries temporais sobre o número de clientes em um restaurante

Número de clientes

10

14

24

40

30

20

Se você souber que o restaurante abriu às 17h e que as observações são feitas de hora em hora, 
você pode adicionar uma coluna de timestamp que corresponda aos dados da série temporal. É 
possível ver a coluna de timestamp na tabela a seguir.

Dados de séries temporais sobre o número de clientes em um restaurante

Número de clientes Timestamp

10 13:00

14 14:00

24 15:00

40 16:00

30 17:00

20 18:00
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Use o procedimento a seguir para adicionar um intervalo de data e hora aos seus dados.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Intervalo de data e hora.

5. Em Tipo de frequência, escolha a unidade usada para medir a frequência de timestamps.

6. Em Começando o timestamp, especifique o início do timestamp.

7. Em Coluna de saída, especifique um nome para a coluna de saída.

8. (Opcional) Configure a saída usando os campos restantes.

9. Escolha Visualizar para gerar uma visualização prévia da transformação.

10. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Use uma janela contínua em sua série temporal

Você pode extrair atributos ao longo de um período de tempo. Por exemplo, para o tempo, t, e 
uma janela de tempo de comprimento 3, e para a linha que indica o timestamp t, anexamos as 
características extraídas da série temporal nos momentos t - 3, t - 2 e t - 1. Para obter informações 
sobre como extrair atributos, consulte Extraia recursos de seus dados de séries temporais.

É possível usar o procedimento a seguir para extrair atributos em um período.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Atributos da janela contínua.

5. Em Gerar atributos de janela contínua para esta coluna, escolha uma coluna.

6. Na Coluna timestamp, escolha a coluna contendo timestamps.

7. (Opcional) Em Coluna de saída, especifique o nome da coluna de saída.

8. Em Tamanho da janela, especifique o tamanho da janela.

9. Em Estratégia, escolha uma estratégia para extrair os atributos.

10. Escolha Visualizar para gerar uma visualização prévia da transformação.
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11. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Destacar data e hora

Use Destacar data/hora para criar uma incorporação vetorial representando um campo de data e 
hora. Para usar essa transformação, os dados de data e hora devem estar em um dos seguintes 
formatos:

• Segmentos que descrevem a data e hora: Por exemplo, "January 1st, 2020, 12:44pm".

• Um timestamp Unix: um timestamp Unix descreve o número de segundos, milissegundos, 
microssegundos ou nanossegundos a partir de 1/1/1970.

Você pode escolher inferir o formato de data e hora e fornecer um formato de data e hora. Se você 
fornecer um formato de data e hora, deverá usar os códigos descritos na documentação do Python. 
As opções selecionadas para essas duas configurações têm implicações na velocidade da operação 
e nos resultados finais.

• A opção mais manual e computacionalmente mais rápida é especificar um Formato de data e hora
e selecionar Não para Inferir formato de data e hora.

• Para reduzir o trabalho manual, você pode escolher Inferir formato de data e hora e não especificar 
um formato de data e hora. É também uma operação computacionalmente rápida; entretanto, 
o primeiro formato de data e hora encontrado na coluna de entrada é considerado o formato da 
coluna inteira. Se houver outros formatos na coluna, esses valores serão NaN na saída final. Inferir 
o formato de data e hora pode fornecer segmentos não analisados.

• Se você não especificar um formato e selecionar Não para Inferir formato de data e hora, obterá os 
resultados mais robustos. Todos os segmentos de data e hora válidos são analisados. No entanto, 
essa operação pode ser uma ordem de magnitude mais lenta do que as duas primeiras opções 
dessa lista.

Ao usar essa transformação, você especifica uma coluna de entrada que contém dados de data e 
hora em um dos formatos listados acima. A transformação cria uma coluna de saída chamada Nome 
da coluna de saída. O formato da coluna de saída depende da sua configuração usando o seguinte:

• Vetor: gera uma única coluna como vetor.

• Colunas: cria uma nova coluna para cada atributo. Por exemplo, se a saída tiver um ano, mês e 
dia, três colunas separadas serão criadas para ano, mês e dia.
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Além disso, você deve escolher um modo de incorporação. Para modelos lineares e redes 
profundas, recomendamos escolher o cíclico. Para algoritmos baseados em árvore, recomendamos 
escolher ordinal.

Formatar segmento

As transformações Formatar segmento contêm operações de formatação de segmento padrão. 
Por exemplo, você pode usar essas operações para remover caracteres especiais, normalizar 
comprimentos de segmentos e atualizar maiúsculas e minúsculas.

Esse grupo de atributos contém as seguintes transformações. Todas as transformações retornam 
cópias de segmentos na coluna Entrada e adicionam o resultado a uma nova coluna de saída.

Nome Função

Suporte esquerdo Pressione com o botão esquerdo o segmento 
com um determinado caractere de preenchim 
ento até a largura especificada. Se o segmento 
for maior que a largura, o valor de retorno será 
reduzido para caracteres de largura.

Suporte direito Preencha com o botão direito o segmento com 
um determinado caractere de preenchimento
até a largura especificada. Se o segmento for 
maior que a largura, o valor de retorno será 
reduzido para caracteres de largura.

Centro (suporte em ambos os lados) Coloque o segmento no centro (adicione 
preenchimento nos dois lados do segmento) 
com um determinado caractere de preenchim 
ento até a largura especificada. Se o segmento 
for maior que a largura, o valor de retorno será 
reduzido para caracteres de largura.

Acrescentar zeros à esquerda Preencha à esquerda um segmento numérico 
com zeros, até uma determinada largura. Se 
o segmento for maior que a largura, o valor 
de retorno será reduzido para caracteres de
largura.
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Nome Função

Remova à esquerda e à direita Retorna uma cópia do segmento com os 
caracteres iniciais e finais removidos.

Remova os caracteres da esquerda Retorna uma cópia de segmento com os 
caracteres iniciais removidos.

Remova os caracteres da direita Retorna uma cópia do segmento com os 
caracteres finais removidos.

Letras minúsculas Converta todas as letras do texto em letras 
minúsculas.

Letras maiúsculas Converta todas as letras do texto em letras 
maiúsculas.

Capitalizar Coloque a primeira letra em maiúscula em 
cada frase.

Alternar letra maiúscula e minúscula Converte todos os caracteres maiúsculos em 
minúsculos e todos os caracteres minúsculo 
s em caracteres maiúsculos de segmento 
fornecida e o retorna.

Adicionar prefixo ou sufixo Adiciona um prefixo e um sufixo à coluna do 
segmento. Você deve especificar pelo menos 
um dos Prefixos e Sufixos.

Remover símbolos Remove os símbolos fornecidos de um 
segmento. Todos os caracteres listados são 
removidos. O padrão é espaço em branco.

Lidar com valores discrepantes

Os modelos de machine learning são sensíveis à distribuição e ao alcance dos valores de seus 
atributos. Valores discrepantes, ou valores raros, podem afetar negativamente a precisão do modelo 
e levar a tempos de treinamento mais longos. Use esse grupo de atributos para detectar e atualizar 
valores discrepantes em seu conjunto de dados.
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Quando você define uma etapa de transformação Lidar com valores discrepantes, as estatísticas 
usadas para detectar valores discrepantes são geradas nos dados disponíveis no Data Wrangler 
ao definir essa etapa. Essas mesmas estatísticas são usadas ao executar um trabalho do Data 
Wrangler.

Use as seções a seguir para saber mais sobre as transformações que este grupo contém. Você 
especifica um nome de saída e cada uma dessas transformações gera uma coluna de saída com os 
dados resultantes.

Valores discrepantes numéricos robustos de desvio padrão

Essa transformação detecta e corrige valores discrepantes em recursos numéricos usando 
estatísticas que são robustas a valores discrepantes.

Você deve definir um quantil superior e um quantil inferior para as estatísticas usadas para calcular 
valores discrepantes. Você também deve especificar o número de desvios padrão dos quais um valor 
deve variar da média para ser considerado um valor atípico. Por exemplo, se você especificar 3 para
desvios padrão, um valor deve cair mais de 3 desvios padrão da média para ser considerado um 
valor atípico.

O Método Fix é o método usado para lidar com valores discrepantes quando eles são detectados. 
Você pode escolher entre as seguintes opções:

• Clipe: use essa opção para recortar os valores discrepantes no limite de detecção de valores 
discrepantes correspondente.

• Remover: use essa opção para remover linhas com valores discrepantes do dataframe.

• Invalidar: use essa opção para substituir valores discrepantes por valores inválidos.

Valores atípicos numéricos de desvio padrão

Essa transformação detecta e corrige valores discrepantes em características numéricas usando a 
média e o desvio padrão.

Você especifica o número de desvios padrão dos quais um valor deve variar da média para ser 
considerado um valor atípico. Por exemplo, se você especificar 3 para desvios padrão, um valor deve 
cair mais de 3 desvios padrão da média para ser considerado um valor atípico.

O Método Fix é o método usado para lidar com valores discrepantes quando eles são detectados. 
Você pode escolher entre as seguintes opções:
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• Clipe: use essa opção para recortar os valores discrepantes no limite de detecção de valores 
discrepantes correspondente.

• Remover: use essa opção para remover linhas com valores discrepantes do dataframe.

• Invalidar: use essa opção para substituir valores discrepantes por valores inválidos.

Valores atípicos numéricos quantílicos

Use esta transformação para detectar e corrigir valores discrepantes em recursos numéricos usando 
quantis. Você pode definir um quantil superior e um quantil inferior. Todos os valores que ficam 
acima do quantil superior ou abaixo do quantil inferior são considerados discrepantes.

O Método Fix é o método usado para lidar com valores discrepantes quando eles são detectados. 
Você pode escolher entre as seguintes opções:

• Clipe: use essa opção para recortar os valores discrepantes no limite de detecção de valores 
discrepantes correspondente.

• Remover: use essa opção para remover linhas com valores discrepantes do dataframe.

• Invalidar: use essa opção para substituir valores discrepantes por valores inválidos.

Valores discrepantes numéricos mínimo-máximos

Essa transformação detecta e corrige valores discrepantes em recursos numéricos usando limites 
superiores e inferiores. Use esse método se você conhece valores limite que demarcam valores 
discrepantes.

Você especifica um limite superior e um limite inferior e, se os valores ficarem acima ou abaixo 
desses limites, respectivamente, eles serão considerados valores discrepantes.

O Método Fix é o método usado para lidar com valores discrepantes quando eles são detectados. 
Você pode escolher entre as seguintes opções:

• Clipe: use essa opção para recortar os valores discrepantes no limite de detecção de valores 
discrepantes correspondente.

• Remover: use essa opção para remover linhas com valores discrepantes do dataframe.

• Invalidar: use essa opção para substituir valores discrepantes por valores inválidos.
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Substituir valores raros

Ao usar a transformação Substituir valores raros, você especifica um limite e o Data Wrangler 
localiza todos os valores que atendem a esse limite e os substitui por um segmento especificado por 
você. Por exemplo, talvez você queira usar essa transformação para categorizar todos os valores 
atípicos em uma coluna em uma categoria “Outros”.

• Segmento de substituição: a sequência com a qual substituir valores discrepantes.

• Limite absoluto: uma categoria é rara se o número de instâncias for menor ou igual a esse limite 
absoluto.

• Limite de fração: uma categoria é rara se o número de instâncias for menor ou igual a esse limite 
de fração multiplicado pelo número de linhas.

• Máximo de categorias comuns: máximo de categorias não raras que permanecem após 
a operação. Se o limiar não filtrar categorias suficientes, aquelas com o maior número de 
ocorrências são classificadas como não raras. Se definido como 0 (padrão), não há limite rígido 
para o número de categorias.

Lidar com valores ausentes

Valores ausentes são uma ocorrência comum em conjuntos de dados de machine learning. Em 
algumas situações, é apropriado imputar aos dados faltantes um valor calculado, como um valor 
médio ou categoricamente comum. Você pode processar valores ausentes usando o grupo de 
transformação LIdar com valores ausentes. Esse grupo contém as seguintes transformações.

Preencher valores ausentes

Use a transformação Preencher valores ausentes para substituir valores ausentes por um valor do 
preenchimento definido por você.

Imputar valores ausentes

Use a transformação de Imputar valores ausentes para criar uma nova coluna que contenha valores 
imputados onde valores ausentes foram encontrados nos dados de entrada categóricos e numéricos. 
A configuração depende do seu tipo de dados.

Para dados numéricos, escolha uma estratégia de imputação, a estratégia usada para determinar 
o novo valor a ser imputado. Você pode optar por imputar a média ou a mediana sobre os valores 
que estão presentes no seu conjunto de dados. O Data Wrangler usa o valor que ele computa para 
imputar os valores ausentes.
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Para dados categóricos, o Data Wrangler imputa valores ausentes usando o valor mais frequente na 
coluna. Para imputar um segmento personalizado, use a transformação Preenchimento ausente em 
vez disso.

Adicionar indicador de valores ausentes

Use a transformação Adicionar indicador para valores ausentes para criar uma nova coluna 
indicadora, que contém um booleano "false" se uma linha contiver um valor e "true" se uma 
linha contiver um valor ausente.

Eliminar valores ausentes

Use a opção Eliminar valores ausentes para remover linhas que contêm valores ausentes da Coluna 
de entrada.

Gerenciar colunas

Você pode usar as seguintes transformações para atualizar e gerenciar rapidamente as colunas no 
seu conjunto de dados:

Nome Função

Soltar coluna Exclua uma coluna.

Duplicar coluna Duplique uma coluna.

Renomear coluna Renomeie uma coluna.

Mover coluna Mova a localização de uma coluna no conjunto 
de dados. Escolha mover sua coluna para o 
início ou o final do conjunto de dados, antes ou 
depois de uma coluna de referência ou para 
um índice específico.

Gerenciar linhas

Use esse grupo de transformação para executar rapidamente as operações de classificação e 
reprodução aleatória nas linhas. Este grupo contém o seguinte:
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• Classificar: classifique todo o dataframe por uma determinada coluna. Marque a caixa de seleção 
ao lado de Ordem crescente para essa opção; caso contrário, desmarque a caixa de seleção e a 
ordem decrescente será usada para a classificação.

• Embaralhar: embaralhe aleatoriamente todas as linhas no conjunto de dados.

Gerenciar vetores

Use esse grupo de transformação para combinar ou nivelar colunas vetoriais. Esse grupo contém as 
seguintes transformações.

• Montar: use essa transformação para combinar vetores e dados numéricos do Spark em uma 
única coluna. Por exemplo, você pode combinar três colunas: duas contendo dados numéricos 
e uma contendo vetores. Adicione todas as colunas que você deseja combinar nas colunas de 
entrada e especifique um nome de coluna de saída para os dados combinados.

• Nivelar: use essa transformação para nivelar uma única coluna contendo dados vetoriais. A coluna 
de entrada deve conter PySpark vetores ou objetos semelhantes a matrizes. Você pode controlar 
o número de colunas criadas especificando um método para detectar o número de saídas. Por 
exemplo, se você selecionar Comprimento do primeiro vetor, o número de elementos no primeiro 
vetor ou matriz válido encontrado na coluna determinará o número de colunas de saída criadas. 
Todos os outros vetores de entrada com muitos itens serão truncados. As entradas com poucos 
itens são preenchidas com NaNs.

Você também especifica um prefixo de saída, que é usado como prefixo para cada coluna de 
saída.

Processo numérico

Use o grupo de atributos Processar numérico para processar dados numéricos. Cada escalar desse 
grupo é definido usando a biblioteca Spark. Os seguintes escalares são compatíveis:

• Escalonador padrão: padronize a coluna de entrada subtraindo a média de cada valor e 
dimensionando para a variação unitária. Para saber mais, consulte a documentação do Spark para
StandardScaler.

• Escalonador robusto: escale a coluna de entrada usando estatísticas que são robustas a valores 
discrepantes. Para saber mais, consulte a documentação do Spark para RobustScaler.

• Escalonador mínimo máximo: transforme a coluna de entrada escalando cada atributo para um 
determinado intervalo. Para saber mais, consulte a documentação do Spark para MinMaxScaler.
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• Escalonador absoluto máximo: escale a coluna de entrada dividindo cada valor pelo valor absoluto 
máximo. Para saber mais, consulte a documentação do Spark para MaxAbsScaler.

Amostragem

Depois de importar seus dados, você pode usar o transformador de amostragem para coletar uma 
ou mais amostras deles. Quando você usa o transformador de amostragem, o Data Wrangler coleta 
amostras do seu conjunto de dados original.

Você pode escolher um dos seguintes métodos de amostra:

• Limite: faça uma amostra do conjunto de dados a partir da primeira linha até o limite que você 
especificar.

• Aleatório: obtém uma amostra aleatória de um tamanho especificado por você.

• Estratificado: obtém uma amostra aleatória estratificada.

Você pode estratificar uma amostra aleatória para garantir que ela represente a distribuição original 
do conjunto de dados.

Você pode estar realizando a preparação de dados para vários casos de uso. Para cada caso de 
uso, você pode pegar uma amostra diferente e aplicar um conjunto diferente de transformações.

O procedimento a seguir descreve o processo de criar uma amostra aleatória.

Para obter uma amostra aleatória dos seus dados.

1. Escolha o + à direita do conjunto de dados que você importou. O nome do seu conjunto de 
dados está localizado abaixo do +.

2. Escolha Adicionar transformação.

3. Escolha Sampling (Amostragem).

4. Para Método de amostragem, escolha o método de amostragem.

5. Em Tamanho aproximado da amostra, escolha o número aproximado de observações que você 
deseja em sua amostra.

6. (Opcional) Especifique um número inteiro para Semente aleatória para criar uma amostra 
reproduzível.

O procedimento a seguir descreve o processo de criação de uma amostra estratificada.
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Para obter uma amostra estratificada de seus dados.

1. Escolha o + à direita do conjunto de dados que você importou. O nome do seu conjunto de 
dados está localizado abaixo do +.

2. Escolha Adicionar transformação.

3. Escolha Sampling (Amostragem).

4. Para Método de amostragem, escolha o método de amostragem.

5. Em Tamanho aproximado da amostra, escolha o número aproximado de observações que você 
deseja em sua amostra.

6. Em Estratificar coluna, especifique o nome da coluna na qual você deseja estratificar.

7. (Opcional) Especifique um número inteiro para Semente aleatória para criar uma amostra 
reproduzível.

Pesquisar e editar

Use esta seção para pesquisar e editar padrões específicos em segmentos. Por exemplo, você pode 
localizar e atualizar segmentos em frases ou documentos, dividir segmentos por delimitadores e 
localizar ocorrências de segmentos específicos.

As seguintes transformações são suportadas em Pesquisar e editar. Todas as transformações 
retornam cópias de segmentos na Coluna de entrada e adicionam o resultado a uma nova coluna de 
saída.

Nome Função

Encontre um sub-segmento Retorna o índice da primeira ocorrência do
Sub-segmento pela qual você pesquisou. Você 
pode iniciar e terminar a pesquisa no Início e 
no Fim, respectivamente.

Encontre um sub-segmento (da direita) Retorna o índice da última ocorrência do Sub-
segmento que você pesquisou. Você pode 
iniciar e finalizar a pesquisa no Início e no Fim, 
respectivamente.

Corresponde ao prefixo Retorna um valor booleano se o segmento 
tiver um determinado padrão. Um padrão pode 
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Nome Função

ser uma sequência de caracteres ou uma 
expressão regular. Opcionalmente, você pode 
diferenciar o padrão de maiúsculas e minúscula 
s.

Encontre todas as ocorrências Retorna uma matriz com todas as ocorrênci 
as de um determinado padrão. Um padrão 
pode ser uma sequência de caracteres ou uma 
expressão regular.

Extrair usando regex Retorna um segmento que corresponde a um 
determinado padrão regex.

Extrair entre delimitadores Retorna um segmento com todos os caractere 
s encontrados entre o delimitador esquerdo e o
delimitador direito.

Extrair da posição Retorna um segmento, começando da posição 
inicial no segmento de entrada, que contém 
todos os caracteres até a posição inicial mais o
comprimento.

Encontre e substitua a sub-segmento Retorna um segmento com todas as correspon 
dências de um determinado padrão (expressão 
regular) substituída pelo segmento de substitui 
ção.

Substituir entre delimitadores Retorna um segmento com a sub-segmento 
encontrada entre a primeira aparição de um
delimitador esquerdo e a última aparição de um
delimitador direito substituída pelo segmento 
de substituição. Se nenhuma correspondência 
for encontrada, nada é substituído.
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Nome Função

Substituir da posição Retorna um segmento com a sub-segmento 
entre a posição inicial e a posição inicial mais 
o comprimento substituída pelo segmento 
de substituição. Se a posição inicial mais o
comprimento for maior que o comprimento de 
segmento de substituição, a saída conterá....

Converter regex para ausente Converte um segmento em None se for inválido 
e retorna o resultado. A validade é definida 
com uma expressão regular em Padrão.

Dividir segmento por delimitador Retorna uma matriz de sementos do segmento 
de entrada, dividida por Delimitador, com até 
o Número máximo de divisões (opcional). O 
delimitador usa como padrão o espaço em 
branco.

Dividir dados

Use a transformação Dividir dados para dividir seu conjunto de dados em dois ou três conjuntos de 
dados. Por exemplo, você pode dividir seu conjunto de dados em um conjunto de dados usado para 
treinar seu modelo e um conjunto de dados usado para testá-lo. Você pode determinar a proporção 
do conjunto de dados que entra em cada divisão. Por exemplo, se você estiver dividindo um conjunto 
de dados em dois conjuntos, o conjunto de treinamento pode ter 80% dos dados, enquanto o 
conjunto de teste terá 20%.

A divisão de seus dados em três conjuntos de dados permite criar conjuntos de dados de 
treinamento, validação e teste. Você pode ver o desempenho do modelo no conjunto de dados de 
teste eliminando a coluna de destino.

Seu caso de uso determina quanto do conjunto de dados original cada um de seus conjuntos de 
dados obtém e o método usado para dividir os dados. Por exemplo, você pode querer usar uma 
divisão estratificada para garantir que a distribuição das observações na coluna alvo seja a mesma 
em todos os conjuntos de dados. Você pode usar as seguintes transformações divididas:
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• Divisão aleatória — Cada divisão é uma amostra aleatória e não sobreposta do conjunto 
de dados original. Para conjuntos de dados maiores, utilizar uma divisão aleatória pode ser 
computacionalmente custoso e levar mais tempo do que uma divisão ordenada.

• Divisão ordenada — divide o conjunto de dados com base na ordem sequencial das observações. 
Por exemplo, em uma divisão de treino/teste de 80/20, as primeiras observações que compõem 
80% do conjunto de dados são destinadas ao conjunto de treinamento. Os últimos 20% das 
observações vão para o conjunto de dados de teste. As divisões ordenadas são eficazes para 
manter a ordem existente dos dados entre as divisões.

• Divisão estratificada — divide o conjunto de dados para garantir que o número de observações 
na coluna de entrada tenha representação proporcional. Para uma coluna de entrada que possui 
as observações 1, 1, 1, 1, 1, 1, 2, 2, 2, 2, 2, 2, 2, 2, 3, 3, 3, 3, 3, 3, 3, uma divisão de 80/20 nessa 
coluna significaria que aproximadamente 80% dos 1s, 80% dos 2s e 80% dos 3s iriam para o 
conjunto de treinamento. Cerca de 20% de cada tipo de observação vai para o conjunto de testes.

• Dividir por chave — evita que dados com a mesma chave ocorram em mais de uma divisão. Por 
exemplo, se você tiver um conjunto de dados com a coluna “customer_id” e o estiver usando como 
chave, nenhum ID de cliente estará em mais de uma divisão.

Depois de dividir os dados, você pode aplicar transformações adicionais a cada conjunto de dados. 
Para a maioria dos casos de uso, eles não são necessários.

O Data Wrangler calcula as proporções das divisões para desempenho. Você pode escolher um 
limite de erro para definir a precisão das divisões. Limites de erro mais baixos refletem de forma mais 
precisa as proporções que você especifica para as divisões. Se você definir um limite de erro mais 
alto, obterá melhor desempenho, mas menor precisão.

Para dividir perfeitamente os dados, defina o limite de erro como 0. Você pode especificar um limite 
entre 0 e 1 para melhorar o desempenho. Se você especificar um valor maior que 1, o Data Wrangler 
interpretará esse valor como 1.

Se você tiver 10.000 linhas em seu conjunto de dados e especificar uma divisão 80/20 com um erro 
de 0,001, obterá observações que se aproximam de um dos seguintes resultados:

• 8010 observações no conjunto de treinamento e 1990 no conjunto de testes

• 7990 observações no conjunto de treinamento e 2010 no conjunto de testes

O número de observações para o conjunto de testes no exemplo anterior está no intervalo entre 
8010 e 7990.
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Por padrão, o Data Wrangler usa uma semente aleatória para tornar as divisões reproduzíveis. Você 
pode especificar um valor diferente para a semente para criar uma divisão reproduzível diferente.

Randomized split

Use o procedimento a seguir para realizar uma divisão aleatória em seu conjunto de dados.

Para dividir seu conjunto de dados aleatoriamente, faça o seguinte

1. Escolha o + ao lado do nó que contém o conjunto de dados que você está dividindo.

2. Escolha Adicionar transformação.

3. Escolha Dividir dados.

4. (Opcional) Para Divisões, especifique os nomes e as proporções de cada divisão. As 
proporções devem somar 1.

5. (Opcional) Escolha o + para criar uma divisão adicional.

• Especifique os nomes e as proporções de todas as divisões. As proporções devem 
somar 1.

6. (Opcional) Especifique um valor para o Limite de erro diferente do valor padrão.

7. (Opcional) Especifique um valor para a Semente aleatória.

8. Escolha Preview (Pré-visualizar).

9. Escolha Adicionar.

Ordered split

Use o procedimento a seguir para realizar uma divisão ordenada em seu conjunto de dados.

Para fazer uma divisão ordenada em seu conjunto de dados, faça o seguinte.

1. Escolha o + ao lado do nó que contém o conjunto de dados que você está dividindo.

2. Escolha Adicionar transformação.

3. Em Transformação, escolha Divisão ordenada.

4. Escolha Dividir dados.

5. (Opcional) Para Divisões, especifique os nomes e as proporções de cada divisão. As 
proporções devem somar 1.

6. (Opcional) Escolha o + para criar uma divisão adicional.
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• Especifique os nomes e as proporções de todas as divisões. As proporções devem 
somar 1.

7. (Opcional) Especifique um valor para o Limite de erro diferente do valor padrão.

8. (Opcional) Para Coluna de entrada, especifique uma coluna com valores numéricos. Usa os 
valores das colunas para inferir quais registros estão em cada divisão. Os valores menores 
estão em uma divisão com os valores maiores nas outras divisões.

9. (Opcional) Selecione Lidar com duplicatas para adicionar ruído aos valores duplicados e criar 
um conjunto de dados com valores totalmente exclusivos.

10. (Opcional) Especifique um valor para a Semente aleatória.

11. Escolha Preview (Pré-visualizar).

12. Escolha Adicionar.

Stratified split

Use o procedimento a seguir para realizar uma divisão estratificada em seu conjunto de dados.

Para realizar uma divisão estratificada no seu conjunto de dados, faça o seguinte.

1. Escolha o + ao lado do nó que contém o conjunto de dados que você está dividindo.

2. Escolha Adicionar transformação.

3. Escolha Dividir dados.

4. Em Transformação, escolha Divisão estratificada.

5. (Opcional) Para Divisões, especifique os nomes e as proporções de cada divisão. As 
proporções devem somar 1.

6. (Opcional) Escolha o + para criar uma divisão adicional.

• Especifique os nomes e as proporções de todas as divisões. As proporções devem 
somar 1.

7. Para Coluna de entrada, especifique uma coluna com até 100 valores exclusivos. O Data 
Wrangler não pode estratificar uma coluna com mais de 100 valores exclusivos.

8. (Opcional) Especifique um valor para o Limite de erro diferente do valor padrão.

9. (Opcional) Especifique um valor para Semente aleatória para especificar uma semente 
diferente.
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10. Escolha Preview (Pré-visualizar).

11. Escolha Adicionar.

Split by column keys

Use o procedimento a seguir para dividir pelas chaves de coluna em seu conjunto de dados.

Para dividir pelas chaves de coluna em seu conjunto de dados, faça o seguinte.

1. Escolha o + ao lado do nó que contém o conjunto de dados que você está dividindo.

2. Escolha Adicionar transformação.

3. Escolha Dividir dados.

4. Em Transformação, escolha Dividir por chave.

5. (Opcional) Para Divisões, especifique os nomes e as proporções de cada divisão. As 
proporções devem somar 1.

6. (Opcional) Escolha o + para criar uma divisão adicional.

• Especifique os nomes e as proporções de todas as divisões. As proporções devem 
somar 1.

7. Para Colunas-chave, especifique as colunas com valores que você não deseja que 
apareçam nos dois conjuntos de dados.

8. (Opcional) Especifique um valor para o Limite de erro diferente do valor padrão.

9. Escolha Preview (Pré-visualizar).

10. Escolha Adicionar.

Analisar valor como tipo

Use essa transformação para converter uma coluna em um novo tipo. Os tipos de dados do Data 
Wrangler compatíveis são:

• Longo

• Float

• Booleano

• Data, no formato DD-MM-aaaa, representando dia, mês e ano, respectivamente.

• String
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Validar segmento

Use as transformações Validar segmento para criar uma nova coluna que indica que uma linha 
de dados de texto atende a uma condição especificada. Por exemplo, você pode usar uma 
transformação Validar segmento para verificar se um segmento contém somente caracteres 
minúsculos. As seguintes transformações são suportadas em Validar segmento.

As seguintes transformações estão incluídas nesse grupo de transformações. Se uma transformação 
gerar um valor booleano, True é representada com a 1 e False é representada com a 0.

Nome Função

Tamanho da segmento Retorna True se o comprimento de um 
segmento for igual ao comprimento especific 
ado. Caso contrário, gera False.

Inicia com Retorna True se um segmento começar com 
um prefixo especificado. Caso contrário, gera
False.

Termina com Retorna True se o comprimento de um 
segmento for igual ao comprimento especific 
ado. Caso contrário, gera False.

É alfanumérico Retorna True se um segmento tiver apenas 
números e letras. Caso contrário, gera False.

É alfa (letras) Retorna True se um segmento tiver apenas 
letras. Caso contrário, gera False.

É dígito Retorna True se um segmento tiver apenas 
dígitos. Caso contrário, gera False.

É espaço Retorna True se um segmento tiver apenas 
números e letras. Caso contrário, gera False.

É título Retorna True se um segmento tiver algum 
espaço em branco. Caso contrário, gera
False.
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Nome Função

Está em letra minúscula Retorna True se um segmento tiver apenas 
letras minúsculas. Caso contrário, gera False.

Está em letra maiúscula Retorna True se um segmento tiver apenas 
letras maiúsculas. Caso contrário, gera False.

É numérico Retorna True se um segmento tiver apenas 
números. Caso contrário, gera False.

É decimal Retorna True se um segmento tiver apenas 
números decimais. Caso contrário, gera
False.

Desaninhar dados JSON

Se você tiver um arquivo.csv, talvez tenha valores em seu conjunto de dados que sejam segmentos 
JSON. Da mesma forma, você pode ter dados aninhados em colunas de um arquivo Parquet ou de 
um documento JSON.

Use o operador estruturado nivelado para separar as chaves de primeiro nível em colunas 
separadas. Uma chave de primeiro nível é uma chave que não está aninhada em um valor.

Por exemplo, você pode ter um conjunto de dados que tenha uma coluna pessoa com informações 
demográficas de cada pessoa armazenadas como segmentos JSON. Seu segmento JSON pode ser 
semelhante à seguinte.

 "{"seq": 1,"name": {"first": "Nathaniel","last": "Ferguson"},"age": 59,"city": 
 "Posbotno","state": "WV"}" 
             

O operador estruturado nivelado converte as seguintes chaves de primeiro nível em colunas 
adicionais no seu conjunto de dados:

• seq

• name
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• idade

• city

• estado

O Data Wrangler coloca os valores das chaves como valores abaixo das colunas. Veja a seguir os 
nomes e valores das colunas do JSON.

seq, name,                                    age, city, state
1, {"first": "Nathaniel","last": "Ferguson"}, 59, Posbotno, WV 
             

Para cada valor em seu conjunto de dados contendo JSON, o operador estruturado nivelado cria 
colunas para as chaves de primeiro nível. Para criar colunas para chaves aninhadas, chame o 
operador novamente. Para o exemplo anterior, chamar o operador cria as colunas:

• name_first

• name_last

O exemplo a seguir mostra o conjunto de dados resultante de chamar a operação novamente.

seq, name,                                    age, city, state, name_first, name_last
1, {"first": "Nathaniel","last": "Ferguson"}, 59, Posbotno, WV, Nathaniel, Ferguson 
             

Escolha Teclas para nivelar para especificar as chaves de primeiro nível que você deseja extrair 
como colunas separadas. Se você não especificar nenhuma chave, o Data Wrangler extrairá todas 
as chaves por padrão.

Explodir matriz

Use Explode matriz para expandir os valores da matriz em linhas de saída separadas. Por exemplo, 
a operação pode pegar cada valor na matriz, [[1, 2, 3,], [4, 5, 6], [7, 8, 9]] e criar uma nova coluna 
com as seguintes linhas:
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                [1, 2, 3] 
                [4, 5, 6] 
                [7, 8, 9] 
             

O Data Wrangler nomeia a nova coluna como input_column_name_flatten.

Você pode chamar a operação Explodir matriz várias vezes para colocar os valores aninhados 
da matriz em colunas de saída separadas. O exemplo a seguir mostra o resultado de chamar a 
operação várias vezes em um conjunto de dados com uma matriz aninhada.

Colocando os valores de uma matriz aninhada em colunas separadas

id array id array_items id array_ite 
ms_items

1 [[gato, 
cachorro], 
[morcego, 
sapo]]

1 [gato, 
cachorro]

1 cat

2 [[rosa, 
petúnia], 
[lírio, 
margarida]]

1 [morcego, 
sapo]

1 dog

    2 [rosa, 
petúnia]

1 bat

    2 [lírio, 
margarida]

1 sapo

      2 2 rose

      2 2 petúnia

      2 2 lírio

      2 2 margarida
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Transformar dados de imagem

Use o Data Wrangler para importar e transformar as imagens que você está usando para seus 
pipelines de machine learning (ML). Depois de preparar os dados de imagem, você pode exportá-los 
do fluxo do Data Wrangler para o pipeline de ML.

Você pode usar as informações fornecidas aqui para se familiarizar com a importação e 
transformação de dados de imagem no Data Wrangler. O Data Wrangler usa o OpenCV para 
importar imagens. Para obter mais informações sobre os formatos de imagem compatíveis, consulte
Leitura e gravação de arquivos de imagem.

Depois de se familiarizar com os conceitos de transformação de seus dados de imagem, leia o 
tutorial a seguir, Preparar dados de imagem com o Amazon SageMaker Data Wrangler.

Os setores e casos de uso a seguir são exemplos nos quais a aplicação de machine learning a 
dados de imagem transformados pode ser útil:

• Fabricação - Identificação de defeitos em itens da linha de montagem

• Alimentação - Identificação de alimentos estragados ou deteriorados

• Medicina - Identificação de lesões nos tecidos

Ao trabalhar com dados de imagem no Data Wrangler, você passa pelo seguinte processo:

1. Importar - Selecione as imagens escolhendo o diretório que as contém em seu bucket do Amazon 
S3.

2. Transformar - Use as transformações integradas para preparar as imagens para seu pipeline de 
machine learning.

3. Exportar — Exporte as imagens que você transformou para um local que possa ser acessado a 
partir do pipeline.

Use o seguinte procedimento para importar seus dados de imagem.

Para importar seus dados de imagem

1. Navegue até a página Criar conexão.

2. Escolha Amazon S3.

3. Especifique o caminho do arquivo do Amazon S3 que contém os dados de imagem.
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4. Em Tipo de arquivo, escolha Imagem.

5. (Opcional) Escolha Importar diretórios aninhados para importar imagens de vários caminhos do 
Amazon S3.

6. Escolha Importar.

O Data Wrangler usa a biblioteca imgaug de código aberto para suas transformações de imagem 
integradas. É possível usar as seguintes transformações internas:

• ResizeImage

• EnhanceImage

• CorruptImage

• SplitImage

• DropCorruptedImages

• DropImageDuplicates

• Brightness (Brilho)

• ColorChannels

• Escala de cinza

• Girar

Use o procedimento a seguir para transformar suas imagens sem escrever código.

Para transformar os dados de imagem sem escrever código

1. No fluxo do Data Wrangler, escolha o + ao lado do nó que representa as imagens que você 
importou.

2. Escolha Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha a transformação e configure-a.

5. Escolha Preview (Pré-visualizar).

6. Escolha Adicionar.

Além de usar as transformações fornecidas pelo Data Wrangler, você também pode usar seus 
próprios trechos de código personalizados. Para obter mais informações sobre como usar snippets 
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de código personalizados, consulte Transformações personalizadas. Você pode importar as 
bibliotecas OpenCV e imgaug em seus trechos de código e usar as transformações associadas a 
elas. O seguinte exemplo mostra um de um snippet de código que detecta bordas nas imagens.

# A table with your image data is stored in the `df` variable
import cv2
import numpy as np
from pyspark.sql.functions import column

from sagemaker_dataprep.compute.operators.transforms.image.constants import 
 DEFAULT_IMAGE_COLUMN, IMAGE_COLUMN_TYPE
from sagemaker_dataprep.compute.operators.transforms.image.decorators import 
 BasicImageOperationDecorator, PandasUDFOperationDecorator

@BasicImageOperationDecorator
def my_transform(image: np.ndarray) -> np.ndarray: 
  # To use the code snippet on your image data, modify the following lines within the 
 function 
    HYST_THRLD_1, HYST_THRLD_2 = 100, 200 
    edges = cv2.Canny(image,HYST_THRLD_1,HYST_THRLD_2) 
    return edges 
     

@PandasUDFOperationDecorator(IMAGE_COLUMN_TYPE)
def custom_image_udf(image_row): 
    return my_transform(image_row) 
     

df = df.withColumn(DEFAULT_IMAGE_COLUMN, 
 custom_image_udf(column(DEFAULT_IMAGE_COLUMN))) 
         

Ao aplicar transformações em seu fluxo do Data Wrangler, o Data Wrangler as aplica somente a uma 
amostra das imagens em seu conjunto de dados. Para otimizar sua experiência com o aplicativo, o 
Data Wrangler não aplica as transformações em todas as suas imagens.

Filtrar dados

Use o Data Wrangler para filtrar os dados em suas colunas. Ao filtrar os dados em uma coluna, você 
especifica os seguintes campos:
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• Nome da coluna — O nome da coluna que você está usando para filtrar os dados.

• Condição — O tipo de filtro que você está aplicando aos valores na coluna.

• Valor — O valor ou a categoria na coluna à qual você está aplicando o filtro.

Você pode filtrar nas seguintes condições:

• = — Retorna valores que correspondem ao valor ou categoria que você especifica.

• != — Retorna valores que correspondem ao valor ou categoria que você especifica.

• >= — Para dados longos ou flutuantes, filtra valores maiores ou iguais ao valor especificado.

• <= — Para dados longos ou flutuantes, filtra valores menores ou iguais ao valor especificado.

• > — Para dados longos ou flutuantes, filtra valores maiores que o valor especificado.

• < — Para dados longos ou flutuantes, filtra valores menores que o valor especificado.

Para uma coluna que tem as categorias male e female, você pode filtrar todos os valores male. 
Você também pode filtrar todos os valores female. Como há somente valores male e female na 
coluna, o filtro retorna uma coluna que só tem valores female.

Você também pode adicionar vários filtros. Os filtros podem ser aplicados em várias colunas ou na 
mesma coluna. Por exemplo, se você estiver criando uma coluna que só tem valores dentro de um 
determinado intervalo, você adiciona dois filtros diferentes. Um filtro especifica que a coluna deve 
ter valores maiores do que o valor fornecido. O outro filtro especifica que a coluna deve ter valores 
menores que o valor fornecido.

Use o procedimento a seguir para adicionar a transformação de filtro aos seus dados.

Para filtrar seus dados

1. No fluxo do Data Wrangler, escolha o + ao lado do nó com os dados que você está filtrando.

2. Escolha Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Filtrar dados.

5. Especifique os seguintes campos:

• Nome da coluna — A coluna que você está filtrando.

• Condição — A condição do filtro.
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• Valor — O valor ou a categoria na coluna à qual você está aplicando o filtro.

6. (Opcional) Escolha + seguindo o filtro que você criou.

7. Configure o filtro.

8. Escolha Preview (Pré-visualizar).

9. Escolha Adicionar.

Converse para preparação de dados

Important

Para administradores:

• O bate-papo para preparação de dados exige a
AmazonSageMakerCanvasAIServicesAccess política. Para obter mais informações, 
consulte AWSpolítica gerenciada: AmazonSageMakerCanvas IA ServicesAccess.

• O bate-papo para preparação de dados requer acesso ao Amazon Bedrock e ao modelo
Anthropic Claude dentro dele. Para obter mais informações, consulte Adicionar acesso ao 
modelo.

• Você deve executar SageMaker a preparação de dados do Canvas na Região da AWS 
mesma região em que está executando seu modelo. O chat para preparação de dados 
está disponível no Leste dos EUA (Norte da Virgínia), Oeste dos EUA (Oregon) e Europa 
(Frankfurt). Regiões da AWS

Além de usar as transformações e análises integradas, você pode usar a linguagem natural para 
explorar, visualizar e transformar seus dados em uma interface conversacional. Na interface 
conversacional, você pode usar consultas de linguagem natural para entender e preparar seus dados 
para criar modelos de ML.

Veja a seguir exemplos de alguns prompts que você pode usar:

• Resuma meus dados

• Soltar coluna example-column-name

• Substitua os valores ausentes pela mediana

• Trace o histograma dos preços
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• Qual é o item mais caro vendido?

• Quantos itens distintos foram vendidos?

• Classificar dados por região

Ao transformar seus dados usando seus prompts, você pode ver uma prévia que mostra como os 
dados estão sendo transformados. Você pode optar por adicioná-la como etapa em seu fluxo do 
Data Wrangler com base no que você vê na pré-visualização.

As respostas às suas solicitações geram código para suas transformações e análises. Você pode 
modificar o código para atualizar a saída a partir do prompt. Por exemplo, você pode modificar o 
código de uma análise para alterar os valores dos eixos de um gráfico.

Use o procedimento a seguir para começar a conversar com seus dados:

Para conversar com seus dados

1. Abra o fluxo de dados do SageMaker Canvas.

2. Escolha o balão de fala.

3. Especifique um prompt.

4. (Opcional) Se uma análise tiver sido gerada pela sua consulta, escolha Adicionar às análises
para referenciá-la posteriormente.
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5. (Opcional) Se você transformou seus dados usando um prompt, faça o seguinte.

a. Escolha Visualizar para ver os resultados.

b. (Opcional) Modifique o código na transformação e escolha Atualizar.

c. (Opcional) Se você estiver satisfeito com os resultados da transformação, escolha Adicionar 
às etapas para adicioná-la ao painel de etapas na navegação à direita.
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Depois de preparar seus dados usando linguagem natural, você pode criar um modelo usando seus 
dados transformados. Para obter mais informações sobre a criação de um modelo, consulte Criar um 
modelo personalizado.

Processar dados

Você pode processar ou exportar seus dados para um local adequado aos seus fluxos de trabalho 
de aprendizado de máquina. Por exemplo, você pode exportar os dados transformados como 
conjunto de dados do SageMaker Canvas e criar um modelo de aprendizado de máquina a partir 
deles.

Depois de exportar seus dados, você pode escolher Criar modelo para criar um modelo de 
aprendizado de máquina a partir dos seus dados. Para obter mais informações sobre a criação de 
um modelo, consulte Criar um modelo personalizado.

Important

Observe que os conjuntos de dados do SageMaker Canvas têm um limite de 5 GB. Se 
você estiver processando mais de 5 GB de dados, poderá usar uma transformação de 
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amostragem para reduzir o tamanho do conjunto de dados antes de exportá-lo. Como 
alternativa, você pode exportar dados para o Amazon S3. Para obter mais informações sobre 
a importação de conjuntos de dados, consulte. Criar um conjunto de dados

Dentro do fluxo do Data Wrangler (fluxo de dados), no SageMaker Canvas só aplica as 
transformações ao conjunto de dados do SageMaker Canvas. Para processar todos os dados que 
você importou, consulte Exportar dados usando uma tarefa de processamento Você pode usar 
qualquer um dos seguintes métodos para processar seus dados:

• Exportação de dados — exporta o conjunto de dados com as transformações que você fez.

• Exportando seu fluxo de dados — Exporta seu fluxo de dados usando um notebook Jupyter. Você 
pode modificar o código e usá-lo em seus fluxos de trabalho de aprendizado de máquina.

• Executando um trabalho de processamento a partir do seu fluxo de dados — exporta o conjunto 
de dados com as transformações que você fez de maneira altamente eficiente. Recomendamos 
executar um trabalho de processamento em conjuntos de dados maiores que 5 GB.

Exportar dados

Exporte seus dados para criar um conjunto de dados com as transformações do seu fluxo aplicadas 
a ele. Você pode exportar qualquer nó em seu fluxo de dados para os seguintes locais:

• SageMaker Conjunto de dados Canvas

• Amazon S3

Para o Amazon S3, você pode exportar seus dados como um dos seguintes tipos de arquivo:

• CSV

• Parquet

Você pode exportar seu conjunto de dados como um conjunto de dados do SageMaker Canvas para 
criar um modelo usando seus dados transformados. Use o procedimento a seguir para exportar um 
conjunto de dados do SageMaker Canvas de um nó em seu fluxo de dados.

Para exportar um nó em seu fluxo como um conjunto de dados do SageMaker Canvas

1. Navegue até seu fluxo de dados.
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2. Escolha o + ao lado do nó que você está exportando.

3. Selecione Exportar dados.

4. Selecione o conjunto de dados do Canvas.

5. Escolha Exportar.

Exporte seu conjunto de dados para o Amazon S3 para usar seus dados transformados em fluxos de 
trabalho de aprendizado de máquina externos ao Canvas. SageMaker

Para exportar um conjunto de dados do SageMaker Canvas para o Amazon S3

1. Navegue até seu fluxo de dados.

2. Escolha o + ao lado do nó que você está exportando.

3. Selecione Exportar dados.

4. Selecione Amazon S3.

5. Especifique valores para os seguintes campos:

• Local do Amazon S3 — o local do S3 para o qual você está exportando o arquivo.

• Tipo de arquivo — O formato do arquivo que você está exportando.

• Delimitador — o valor usado para separar valores no arquivo.

• Compressão (opcional) — O método de compactação usado para reduzir o tamanho do 
arquivo. É possível usar os seguintes métodos de compressão:

• Nenhum

• bzip2

• desinflar

• gzip

• ID da chave KMS ou ARN (opcional) — Um ARN ou ID de uma chave. AWS KMS Uma chave 
do KMS é uma chave criptográfica. Você pode usar a chave para criptografar os dados de 
saída do trabalho. Para obter mais informações sobre chaves do KMS, consulte AWS Key 
Management Service.

6. Escolha Exportar.
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Exportar dados usando uma tarefa de processamento

Um conjunto de dados do SageMaker Canvas é uma amostra dos seus dados. Use um trabalho 
SageMaker de processamento da Amazon para aplicar transformações em seu fluxo de dados a 
todos os seus dados.

Para criar um trabalho SageMaker de processamento, faça o seguinte:

1. Crie um nó de destino

2. Criar um trabalho

Um nó de destino diz ao SageMaker Canvas onde armazenar os dados que ele processou. Você 
cria uma tarefa de processamento para enviar os dados transformados para o local especificado 
pelo nó de destino. A criação de um trabalho de processamento executa os recursos computacionais 
necessários para enviar os dados transformados para o Amazon S3.

Você pode usar um nó de destino para exportar algumas das transformações ou todas as 
transformações que você fez em seu fluxo do Data Wrangler.

Você pode usar vários nós de destino para exportar diferentes transformações ou conjuntos 
de transformações. O exemplo a seguir mostra dois nós de destino em um único fluxo do Data 
Wrangler.

Use o procedimento a seguir para criar um nó de destino.

Para criar nós de destino

1. Escolha o + ao lado dos nós que representam as transformações que você deseja exportar.

2. Escolha Adicionar destino.

3. Escolha Amazon S3.

4. Especifique os seguintes campos:

• Nome do conjunto de dados — O nome que você especifica para o conjunto de dados que 
você está exportando.

• Tipo de arquivo — O formato do arquivo que você está exportando.

• Delimitador — O valor usado para separar outros valores.

• Compressão (somente arquivos CSV e Parquet) — O método de compactação usado para 
reduzir o tamanho do arquivo. É possível usar os seguintes métodos de compressão:
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• bzip2

• desinflar

• gzip

• Localização do Amazon S3 — A localização do S3 que você está usando para gerar os 
arquivos.

• (Opcional) Número de partições — O número de conjuntos de dados que você está gravando 
como saída do trabalho de processamento.

• (Opcional) Partição por coluna — grava todos os dados com o mesmo valor exclusivo da 
coluna.

5. Escolha Adicionar destino.

Você pode criar vários nós de destino dentro do mesmo fluxo de dados. Quando você cria 
um trabalho de processamento, ele pode executar simultaneamente diferentes conjuntos de 
transformações em seus dados e salvá-los em diferentes locais do Amazon S3.

Exportar fluxo de dados

Exportar seu fluxo de dados traduz as operações que você fez no Data Wrangler e as exporta para 
um notebook Jupyter que você pode modificar e executar.

Um fluxo de dados é a série de etapas de preparação de dados que você executou em seus 
dados. Na preparação de dados, você realiza uma ou mais transformações em seus dados. Cada 
transformação é feita usando uma etapa de transformação. O fluxo tem uma série de nós que 
representam a importação de seus dados e as transformações que você realizou. Para obter um 
exemplo de nós, consulte as imagens a seguir.

Como alternativa ao uso de um nó de destino, você pode usar a opção Exportar fluxo de dados
para exportar seu fluxo do Data Wrangler para o Amazon S3 usando um notebook Jupyter. Você 
pode integrar o código de saída aos seus pipelines de aprendizado de máquina. Você pode escolher 
qualquer nó de dados em seu fluxo de dados e exportá-lo. A exportação do nó de dados exporta a 
transformação que o nó representa e as transformações que a precedem.

Use o procedimento a seguir para gerar um notebook Jupyter e executá-lo para exportar seu fluxo de 
dados para o Amazon S3.

1. Escolha o + próximo ao nó que você deseja separar.

2. Escolha Exportar fluxo de dados.
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3. Escolha uma das seguintes opções:

• Salve no Amazon S3 (via notebook Jupyter).

• Amazon Personalize.

4. Selecione um dos seguintes:

• Baixe uma cópia local

• Exportar para o local do S3

5. Se você estiver exportando para o Amazon S3, especifique o local do S3 para onde você está 
exportando o notebook.

6. Escolha Exportar.

Crie um cronograma para processar automaticamente novos dados

Se você estiver processando dados periodicamente, poderá criar um cronograma para executar o 
trabalho de processamento automaticamente. Por exemplo, você pode criar uma programação que 
execute um trabalho de processamento automaticamente quando você obtiver novos dados. Para 
obter mais informações sobre trabalhos de processamento, consulteExportar dados usando uma 
tarefa de processamento.

Ao criar um trabalho, você deve especificar uma função do IAM que tenha permissões para criar o 
trabalho. Você pode usar a política de AmazonSageMakerCanvasDataPrepFullacesso para adicionar 
permissões.

Adicione a seguinte política de confiança à função para permitir que você EventBridge a assuma.

{ 
    "Effect": "Allow", 
    "Principal": { 
        "Service": "events.amazonaws.com" 
    }, 
    "Action": "sts:AssumeRole"
} 
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Important

Quando você cria uma agenda, o Data Wrangler cria uma eventRule entrada. EventBridge 
Você incorre em cobranças pelas regras de eventos que você cria e pelas instâncias usadas 
para executar o trabalho de processamento.
Para obter informações sobre EventBridge preços, consulte  EventBridge Preços da Amazon. 
Para obter informações sobre o processamento de preços de trabalhos, consulte Amazon 
SageMaker Pricing.

É possível criar uma programação usando um dos seguintes métodos:

• Expressões CRON

Note

O Data Wrangler não é compatível com as seguintes expressões:

• LW#

• Abreviações para dias

• Abreviações para meses

• Expressões RATE

• Recorrente — defina um intervalo de hora em hora ou diário para executar o trabalho.

• Horário específico: defina dias e horários específicos para executar o trabalho.

As seções a seguir fornecem procedimentos para criar empregos.

CRON

Use o procedimento a seguir para criar uma agenda com uma expressão CRON.

Para especificar um cronograma com uma expressão CRON, faça o seguinte.

1. Abra seu fluxo do Data Wrangler.

2. Escolha Criar trabalho.

3. (Opcional) Para a chave KMS de saída, especifique uma AWS KMS chave para configurar a 
saída do trabalho.
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4. Escolha Próximo.

5. Selecione Associar agendas.

6. Escolha Criar uma nova programação.

7. Para Nome do agendamento, especifique o nome do agendamento.

8. Em Frequência de execução, escolha CRON.

9. Especifique uma expressão CRON válida.

10. Escolha Criar.

11. (Opcional) Escolha Adicionar outro agendamento para executar o trabalho em um 
agendamento adicional.

Note

Você pode associar no máximo duas programações. Os horários são independentes 
e não se afetam, a menos que os horários se sobreponham.

12. Escolha uma das seguintes opções:

• Agende e execute agora — Data Wrangler, o trabalho é executado imediatamente e, 
posteriormente, executado de acordo com os cronogramas.

• Somente agendamento — Data Wrangler, o trabalho só é executado nas programações 
que você especificar.

13. Escolha Executar

RATE

Use o procedimento a seguir para criar uma programação com uma expressão RATE.

Para especificar uma programação com uma expressão RATE, faça o seguinte.

1. Abra seu fluxo do Data Wrangler.

2. Escolha Criar trabalho.

3. (Opcional) Para a chave KMS de saída, especifique uma AWS KMS chave para configurar a 
saída do trabalho.

4. Escolha Próximo, 2. Configurar o trabalho.

5. Selecione Associar agendas.
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6. Escolha Criar uma nova programação.

7. Em Nome do agendamento, especifique o nome do agendamento.

8. Em Frequência de execução, escolha Taxa.

9. Em Valor, especifique um valor inteiro.

10. Em Unidade, selecione uma das seguintes opções:

• Minutos

• Horas

• Dias

11. Escolha Criar.

12. (Opcional) Escolha Adicionar outro agendamento para executar o trabalho em um 
agendamento adicional.

Note

Você pode associar no máximo duas programações. Os horários são independentes 
e não se afetam, a menos que os horários se sobreponham.

13. Escolha uma das seguintes opções:

• Agende e execute agora — Data Wrangler, o trabalho é executado imediatamente e, 
posteriormente, executado de acordo com os cronogramas.

• Somente agendamento — Data Wrangler, o trabalho só é executado nas programações 
que você especificar.

14. Escolha Executar

Recurring

Use o procedimento a seguir para criar um cronograma que execute um trabalho de forma 
recorrente.

Para especificar um cronograma com uma expressão CRON, faça o seguinte.

1. Abra seu fluxo do Data Wrangler.

2. Escolha Criar trabalho.
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3. (Opcional) Para a chave KMS de saída, especifique uma AWS KMS chave para configurar a 
saída do trabalho.

4. Escolha Próximo, 2. Configurar o trabalho.

5. Selecione Associar agendas.

6. Escolha Criar uma nova programação.

7. Em Nome do agendamento, especifique o nome do agendamento.

8. Em Frequência de execução, verifique se a opção Recorrente está selecionada por padrão.

9. Para Cada x horas, especifique a frequência horária com que o trabalho é executado durante 
o dia. Os valores válidos são números inteiros no intervalo inclusivo de 1 e 23.

10. Em Em dias, escolha uma das seguintes opções:

• Todos os dias

• Finais de semana

• Dias da semana

• Selecionar dias

• (Opcional) Se você selecionou Selecionar dias, escolha os dias da semana para 
executar o trabalho.

Note

A programação é reiniciada todos os dias. Se você agendar um trabalho para ser 
executado a cada cinco horas, ele será executado nos seguintes horários do dia:

• 00:00

• 05:00

• 10:00

• 15:00

• 20:00

11. Escolha Criar.

12. (Opcional) Escolha Adicionar outro agendamento para executar o trabalho em um 
agendamento adicional.
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Note

Você pode associar no máximo duas programações. Os horários são independentes 
e não se afetam, a menos que os horários se sobreponham.

13. Escolha uma das seguintes opções:

• Agende e execute agora — Data Wrangler, o trabalho é executado imediatamente e, 
posteriormente, executado de acordo com os cronogramas.

• Somente agendamento — Data Wrangler, o trabalho só é executado nas programações 
que você especificar.

14. Escolha Executar

Specific time

Use o procedimento a seguir para criar uma programação que execute um trabalho em horários 
específicos.

Para especificar um cronograma com uma expressão CRON, faça o seguinte.

1. Abra seu fluxo do Data Wrangler.

2. Escolha Criar trabalho.

3. (Opcional) Para a chave KMS de saída, especifique uma AWS KMS chave para configurar a 
saída do trabalho.

4. Escolha Próximo, 2. Configurar o trabalho.

5. Selecione Associar agendas.

6. Escolha Criar uma nova programação.

7. Em Nome do agendamento, especifique o nome do agendamento.

8. Escolha Criar.

9. (Opcional) Escolha Adicionar outro agendamento para executar o trabalho em um 
agendamento adicional.
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Note

Você pode associar no máximo duas programações. Os horários são independentes 
e não se afetam, a menos que os horários se sobreponham.

10. Escolha uma das seguintes opções:

• Agende e execute agora — Data Wrangler, o trabalho é executado imediatamente e, 
posteriormente, executado de acordo com os cronogramas.

• Somente agendamento — Data Wrangler, o trabalho só é executado nas programações 
que você especificar.

11. Escolha Executar

Você pode usar o SageMaker AWS Management Console para visualizar os trabalhos que estão 
programados para execução. Seus trabalhos de processamento são executados dentro do 
SageMaker Pipelines. Cada trabalho de processamento tem seu próprio pipeline. Ele é executado 
como uma etapa de processamento dentro do pipeline. Você pode ver as agendas que você criou 
em um funil. Para obter informações sobre como visualizar um pipeline, consulte Visualizar um 
pipeline.

Use o procedimento a seguir para visualizar os trabalhos que você programou.

Para obter os trabalhos que você programou, faça o seguinte.

1. Abra o Amazon SageMaker Studio Classic.

2. SageMaker Tubulações abertas

3. Veja os pipelines dos trabalhos que você criou.

O pipeline que executa o trabalho usa o nome do trabalho como prefixo. Por exemplo, se você 
criou um trabalho chamado housing-data-feature-enginnering, o nome do pipeline é
canvas-data-prep-housing-data-feature-engineering.

4. Escolha o pipeline que contém seu trabalho.

5. Visualize o status dos pipelines. Pipelines com status de Bem-sucedido executaram o trabalho 
de processamento com êxito.

Para interromper a execução do trabalho de processamento, faça o seguinte:
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Para interromper a execução de um trabalho de processamento, exclua a regra de evento que 
especifica a programação. A exclusão de uma regra de evento interrompe a execução de todos 
os trabalhos associados à programação. Para obter informações sobre como excluir uma regra, 
consulte Como desativar ou excluir uma regra da Amazon. EventBridge

Você também pode interromper e excluir os pipelines associados aos agendamentos. Para obter 
informações sobre como interromper um pipeline, consulte StopPipelineExecution. Para obter 
informações sobre como excluir um pipeline, consulte DeletePipeline.

Reajuste as transformações em todo o conjunto de dados e exporte-as

Quando você importa dados, o Data Wrangler usa uma amostra dos dados para aplicar as 
codificações. O Data Wrangler usa as primeiras 20.000 linhas como amostra.

As transformações a seguir podem usar seus dados para criar uma coluna no conjunto de dados:

• Codificar categórico

• Caracterizar texto

• Lidar com valores discrepantes

• Lidar com valores ausentes

Se você usou a amostragem para importar seus dados, as transformações anteriores usarão 
somente os dados da amostra para criar a coluna. A transformação pode não ter usado todos os 
dados relevantes. Por exemplo, se você usar a transformação Codificar Categórica, pode ter havido 
uma categoria em todo o conjunto de dados que não estava presente na amostra.

Você pode usar um nó de destino ou um caderno Jupyter para reajustar as transformações em todo 
o conjunto de dados. Quando o Data Wrangler exporta as transformações no fluxo, ele cria uma 
SageMaker tarefa de processamento. Quando o trabalho de processamento é concluído, o Data 
Wrangler salva os seguintes arquivos no local padrão do Amazon S3 ou em um local do S3 que você 
especificar:

• O arquivo de fluxo do Data Wrangler que especifica as transformações que são reajustadas ao 
conjunto de dados

• O conjunto de dados com as transformações de reajuste aplicadas a ele

Você pode abrir um arquivo de fluxo do Data Wrangler no SageMaker Canvas e aplicar as 
transformações em um conjunto de dados diferente. Por exemplo, se você aplicou as transformações 
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a um conjunto de dados de treinamento, pode abrir e usar o arquivo de fluxo do Data Wrangler para 
aplicar as transformações a um conjunto de dados usado para inferência.

Use o procedimento a seguir para executar um caderno Jupyter para reajustar as transformações e 
exportar os dados.

Para executar um caderno Jupyter, reajustar as transformações e exportar seu fluxo do Data 
Wrangler, faça o seguinte.

1. Escolha o + próximo ao nó que você deseja separar.

2. Selecione Exportar para.

3. Escolha o local para o qual você está exportando os dados.

4. Para o objeto refit_trained_params, defina refit como True.

5. Para o campo output_flow, especifique o nome do arquivo de fluxo de saída com as 
transformações de reajuste.

6. Executar o caderno Jupyter.

Automatize a preparação de dados no Canvas SageMaker

Depois de transformar seus dados em fluxo de dados, você pode exportar as transformações para 
seus fluxos de trabalho de aprendizado de máquina. Quando você exporta suas transformações, 
o SageMaker Canvas cria um caderno Jupyter. Você deve executar o notebook no Amazon 
SageMaker Studio Classic. Para obter informações sobre como começar a usar o Studio Classic, 
entre em contato com seu administrador.

Automatize a preparação de dados usando pipelines SageMaker

Quando quiser criar e implantar fluxos de trabalho de aprendizado de máquina (ML) em grande 
escala, você pode usar o SageMaker Pipelines para criar fluxos de trabalho que gerenciam e 
implantam trabalhos. SageMaker Com o SageMaker Pipelines, você pode criar fluxos de trabalho 
que gerenciam seus trabalhos de preparação de SageMaker dados, treinamento de modelos e 
implantação de modelos. Você pode usar os algoritmos primários SageMaker oferecidos usando 
SageMaker Pipelines. Para obter mais informações sobre SageMaker pipelines, consulte SageMaker 
Pipelines.

Quando você exporta uma ou mais etapas do seu fluxo de dados para SageMaker Pipelines, o Data 
Wrangler cria um notebook Jupyter que você pode usar para definir, instanciar, executar e gerenciar 
um pipeline.
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Use um caderno Jupyter para criar um pipeline

Use o procedimento a seguir para criar um notebook Jupyter para exportar seu fluxo do Data 
Wrangler para Pipelines. SageMaker

Use o procedimento a seguir para gerar um notebook Jupyter e executá-lo para exportar seu fluxo do 
Data Wrangler para Pipelines. SageMaker

1. Escolha o + próximo ao nó que você deseja separar.

2. Escolha Exportar fluxo de dados.

3. Escolha SageMaker Pipelines (via Jupyter Notebook).

4. Faça o download do notebook Jupyter ou copie-o para um local do Amazon S3. Recomendamos 
copiá-lo para um local do Amazon S3 que você possa acessar no Studio Classic. Entre em 
contato com seu administrador se precisar de orientação sobre um local adequado.

5. Executar o caderno Jupyter.

Você pode usar o caderno Jupyter que o Data Wrangler produz para definir um pipeline. O pipeline 
inclui as etapas de processamento de dados que são definidas pelo fluxo do Data Wrangler.

Você pode adicionar etapas adicionais ao seu pipeline adicionando etapas à lista steps no código a 
seguir no notebook:

pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[instance_type, instance_count], 
    steps=[step_process], #Add more steps to this list to run in your Pipeline
)

Para obter mais informações sobre como definir pipelines, consulte Definir SageMaker pipeline.

Automatize a preparação de dados usando um endpoint de inferência

Use seu fluxo do Data Wrangler para processar dados no momento da inferência, criando um 
pipeline de inferência SageMaker serial a partir do fluxo do Data Wrangler. Um pipeline de inferência 
é uma série de etapas que resulta em um modelo treinado fazendo previsões sobre novos dados. 
Um pipeline de inferência serial no Data Wrangler transforma os dados brutos e os fornece ao 
modelo de machine learning para uma previsão. Você cria, executa e gerencia o pipeline de 
inferência a partir de um notebook Jupyter no Studio Classic. Para obter mais informações sobre o 
acesso ao caderno, consulte Use um notebook Jupyter para criar um endpoint de inferência.
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No notebook, você pode treinar um modelo de machine learning ou especificar um que já tenha 
treinado. Você pode usar o Amazon SageMaker Autopilot ou o XGBoost para treinar o modelo 
usando os dados que você transformou em seu fluxo do Data Wrangler.

O pipeline fornece a capacidade de realizar inferências em lote ou em tempo real. Você também 
pode adicionar o fluxo do Data Wrangler ao SageMaker Model Registry. Para obter mais informações 
sobre modelos de host, consulte Hospedar vários modelos em um contêiner atrás de um endpoint.

Important

Você não pode exportar seu fluxo do Data Wrangler para um endpoint de inferência se ele 
tiver as seguintes transformações:

• Ingressar

• concatenar

• Agrupar por

Se você precisar usar as transformações anteriores para preparar seus dados, use o 
procedimento a seguir.

Para preparar seus dados para inferência com transformações sem suporte

1. Crie um fluxo do Data Wrangler.

2. Aplique as transformações anteriores que não são compatíveis.

3. Exportar os dados para um bucket do Amazon S3.

4. Crie um fluxo de Data Wrangler separado.

5. Importe os dados que você exportou do fluxo anterior.

6. Aplique as transformações restantes.

7. Crie um pipeline de inferência serial usando o caderno Jupyter que fornecemos.

Para obter informações sobre como exportar dados para um bucket do Amazon S3, consulte
Exportar dados. Para obter informações sobre como abrir o caderno Jupyter usado para criar 
o pipeline de inferência serial, consulte Use um notebook Jupyter para criar um endpoint de 
inferência.
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O Data Wrangler ignora as transformações que removem dados no momento da inferência. Por 
exemplo, o Data Wrangler ignora a transformação Lidar com valores ausentes se você usar a 
configuração Drop missing.

Se você reajustou as transformações em todo o seu conjunto de dados, as transformações são 
transferidas para seu pipeline de inferência. Por exemplo, se você usou o valor mediano para imputar 
valores ausentes, o valor médio do reajuste da transformação será aplicado às suas solicitações de 
inferência. Você pode reajustar as transformações do seu fluxo do Data Wrangler ao usar o caderno 
Jupyter ou ao exportar seus dados para um pipeline de inferência. Para informações sobre reajustar 
transformações, consulte Reajuste as transformações em todo o conjunto de dados e exporte-as.

O pipeline de inferência serial suporta os seguintes tipos de dados para as cadeias de caracteres de 
entrada e saída. Cada tipo de dados tem um conjunto de requisitos.

Tipos de dados compatíveis

• text/csv — o tipo de dados para cadeias de caracteres CSV

• A string não pode ter um cabeçalho.

• Os atributos usados para o pipeline de inferência devem estar na mesma ordem dos atributos no 
conjunto de dados de treinamento.

• Deve haver um delimitador de vírgula entre os atributos.

• Os registros devem ser delimitados por um caractere de nova linha.

Veja a seguir um exemplo de uma string CSV com formatação válida que você pode fornecer em 
uma solicitação de inferência.

abc,0.0,"Doe, John",12345\ndef,1.1,"Doe, Jane",67890                     
                 

• application/json — o tipo de dados para strings JSON

• Os atributos usados no conjunto de dados para o pipeline de inferência devem estar na mesma 
ordem dos atributos no conjunto de dados de treinamento.

• Os dados devem ter um esquema específico. Você define o esquema como um único objeto
instances que tem um conjunto de features. Cada objeto features representa uma 
observação.
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Veja a seguir um exemplo de uma string JSON formatada validamente que você pode fornecer em 
uma solicitação de inferência.

{ 
    "instances": [ 
        { 
            "features": ["abc", 0.0, "Doe, John", 12345] 
        }, 
        { 
            "features": ["def", 1.1, "Doe, Jane", 67890] 
        } 
    ]
}                   
                 

Use um notebook Jupyter para criar um endpoint de inferência

Use o procedimento a seguir para exportar seu fluxo do Data Wrangler para criar um pipeline de 
inferência.

Para criar um pipeline de inferência usando um caderno Jupyter, faça o seguinte.

1. Escolha o + próximo ao nó que você deseja separar.

2. Escolha Exportar fluxo de dados.

3. Escolha SageMaker Inference Pipeline (via Jupyter Notebook).

4. Faça o download do notebook Jupyter ou copie-o para um local do Amazon S3. Recomendamos 
copiá-lo para um local do Amazon S3 que você possa acessar no Studio Classic. Entre em 
contato com seu administrador se precisar de orientação sobre um local adequado.

5. Executar o caderno Jupyter.

Quando você executa o caderno Jupyter, ele cria um artefato de fluxo de inferência. Um artefato de 
fluxo de inferência é um arquivo de fluxo do Data Wrangler com metadados adicionais usados para 
criar o pipeline de inferência serial. O nó que você está exportando abrange todas as transformações 
dos nós anteriores.
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Important

O Data Wrangler precisa do artefato do fluxo de inferência para executar o pipeline de 
inferência. Você não pode usar seu próprio arquivo de fluxo como artefato. Você deve criá-lo 
usando o procedimento anterior.

Automatize a preparação de dados usando o código Python

Para exportar todas as etapas do fluxo de dados para um arquivo Python que você possa integrar 
manualmente a qualquer fluxo de trabalho de processamento de dados, use o procedimento a 
seguir.

Use o procedimento a seguir para gerar um notebook Jupyter e executá-lo para exportar seu fluxo do 
Data Wrangler para o código Python.

1. Escolha o + próximo ao nó que você deseja separar.

2. Escolha Exportar fluxo de dados.

3. Escolha Python Code.

4. Faça o download do notebook Jupyter ou copie-o para um local do Amazon S3. Recomendamos 
copiá-lo para um local do Amazon S3 que você possa acessar no Studio Classic. Entre em 
contato com seu administrador se precisar de orientação sobre um local adequado.

5. Executar o caderno Jupyter.

Pode ser necessário configurar o script Python para que seja executado no seu pipeline. Por 
exemplo, se você estiver executando um ambiente Spark, certifique-se de executar o script em um 
ambiente que tenha permissão para acessar AWS recursos.

Usar IA generativa com modelos básicos

O Amazon SageMaker Canvas fornece modelos básicos de IA generativos que você pode usar 
para iniciar bate-papos conversacionais. Esses modelos de geração de conteúdo são treinados em 
grandes quantidades de dados de texto para aprender os padrões estatísticos e as relações entre as 
palavras, e podem produzir um texto coerente que seja estatisticamente semelhante ao texto no qual 
foram treinados. É possível usar esse recurso para aumentar sua produtividade da seguinte maneira:

• Gerar conteúdo, como esboços de documentos, relatórios e blogs
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• Resumir o texto de grandes corpus de texto, como transcrições de teleconferências, relatórios 
anuais ou capítulos de manuais do usuário

• Extrair informações e conclusões importantes de grandes passagens de texto, como notas de 
reuniões ou narrativas

• Melhorar o texto e capturar erros gramaticais ou de digitação

Os modelos básicos são uma combinação dos modelos de linguagem grande (LLMs) da Amazon 
SageMaker JumpStart e do Amazon Bedrock. O Canvas oferece os seguintes modelos:

Modelo Tipo Descrição

Falcon-7B-Instruct SageMaker JumpStart modelo O Falcon-7B-Instruct tem 7 
bilhões de parâmetros e foi 
ajustado em uma mistura 
de conjuntos de dados de 
chat e instruct. É adequado 
como assistente virtual e tem 
melhor performance ao seguir 
instruções ou iniciar uma 
conversa. Como o modelo 
foi treinado em grandes 
quantidades de dados da 
web em inglês, ele carrega 
os estereótipos e vieses 
comumente encontrados on-
line e não é adequado para 
outros idiomas além do inglês. 
Comparado ao Falcon-40B-
Instruct, o Falcon-7B-Instruct é 
um modelo um pouco menor e 
mais compacto.

Falcon-40B-Instruct SageMaker JumpStart modelo O Falcon-40B-Instruct tem 
40 bilhões de parâmetros e 
foi ajustado em uma mistura 
de conjuntos de dados de 
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Modelo Tipo Descrição

chat e instruct. É adequado 
como assistente virtual e tem 
melhor performance ao seguir 
instruções ou iniciar uma 
conversa. Como o modelo 
foi treinado em grandes 
quantidades de dados da 
web em inglês, ele carrega 
os estereótipos e vieses 
comumente encontrados on-
line e não é adequado para 
outros idiomas além do inglês. 
Comparado ao Falcon-7B-
Instruct, o Falcon-40B-Instruct 
é um modelo um pouco maior 
e mais avançado.

MPT-7B-Instruct SageMaker JumpStart modelo O MPT-7B-Instruct é um 
modelo para tarefas de 
seguimento de instruçõe 
s de formato longo e pode 
ajudá-lo a escrever tarefas, 
incluindo resumo de texto e 
respostas a perguntas, para 
economizar tempo e esforço. 
Esse modelo foi treinado 
em grandes quantidades de 
dados ajustados e pode lidar 
com entradas maiores, como 
documentos complexos. Use 
esse modelo quando quiser 
processar grandes corpos de 
texto ou quiser que o modelo 
gere respostas longas.
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Modelo Tipo Descrição

Amazon Titan Modelo Amazon Bedrock O Amazon Titan é um modelo 
de linguagem poderoso e de 
uso geral que você pode usar 
para tarefas como resumo, 
geração de texto (como criar 
uma postagem no blog), 
classificação, perguntas e 
respostas abertas e extração 
de informações. Ele é pré-trein 
ado em grandes conjuntos 
de dados, o que o torna 
adequado para tarefas e 
raciocínios complexos. 
Para continuar apoiando as 
melhores práticas no uso 
responsável da IA, os modelos 
da Amazon Titan Foundatio 
n são criados para detectar e 
remover conteúdo prejudicial 
nos dados, rejeitar conteúdo 
impróprio na entrada do 
usuário e filtrar saídas de 
modelos que contêm conteúdo 
impróprio (como discurso de 
ódio, palavrões e violência).
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Modelo Tipo Descrição

Jurassic-2 Mid Modelo Amazon Bedrock O Jurassic-2 Mid é um modelo 
de geração de texto de alto 
desempenho treinado em 
um grande corpus de texto 
(atual até meados de 2022). 
É altamente versátil, de uso 
geral e capaz de compor 
textos semelhantes aos 
humanos e resolver tarefas 
complexas, como responder 
a perguntas, classificar textos 
e muitas outras. Esse modelo 
oferece recursos de instrução 
zero, permitindo que ele seja 
direcionado apenas com 
linguagem natural e sem o uso 
de exemplos. Seu desempenh 
o é até 30% mais rápido do 
que o do seu antecessor, o 
modelo Jurassic-1.

O Jurassic-2 Mid é o modelo 
de tamanho médio da AI21, 
cuidadosamente projetado 
para encontrar o equilíbri 
o certo entre qualidade 
excepcional e acessibilidade.
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Modelo Tipo Descrição

Jurassic-2 Ultra Modelo Amazon Bedrock O Jurassic-2 Ultra é um 
modelo de geração de texto 
de alto desempenho treinado 
em um grande corpus de 
texto (atual até meados de 
2022). É altamente versátil, de 
uso geral e capaz de compor 
textos semelhantes aos 
humanos e resolver tarefas 
complexas, como responder 
a perguntas, classificar textos 
e muitas outras. Esse modelo 
oferece recursos de instrução 
zero, permitindo que ele seja 
direcionado apenas com 
linguagem natural e sem o uso 
de exemplos. Seu desempenh 
o é até 30% mais rápido do 
que o do seu antecessor, o 
modelo Jurassic-1.

Comparado ao Jurassic-2 
Mid, o Jurassic-2 Ultra é um 
modelo um pouco maior e 
mais poderoso.
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Modelo Tipo Descrição

Anthropic Claude Instant Modelo Amazon Bedrock O Claude Instant da Anthropic 
é um modelo mais rápido 
e econômico, mas ainda 
assim muito capaz. Esse 
modelo pode lidar com uma 
variedade de tarefas, incluindo 
diálogo casual, análise de 
texto, resumo e resposta a 
perguntas de documentos. 
Assim como o Claude-2, o 
Claude Instant pode suportar 
até 100.000 tokens em cada 
solicitação, o equivalente 
a cerca de 200 páginas de 
informações.
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Modelo Tipo Descrição

Anthropic Claude-2 Modelo Amazon Bedrock O Claude-2 é o modelo 
mais poderoso da Anthropic 
, que se destaca em uma 
ampla variedade de tarefas, 
desde diálogos sofistica 
dos e geração de conteúdo 
criativo até o acompanha 
mento detalhado de instruçõe 
s. O Claude-2 pode suportar 
até 100.000 tokens em cada 
solicitação, o equivalente 
a cerca de 200 páginas de 
informações. Ele pode gerar 
respostas mais longas em 
comparação com a versão 
anterior. Ele oferece suporte a 
casos de uso como resposta 
a perguntas, extração de 
informações, remoção de PII, 
geração de conteúdo, classific 
ação de múltipla escolha, 
dramatização, comparação de 
texto, resumo e perguntas e 
respostas sobre documentos 
com citação.

Os modelos básicos da Amazon Bedrock atualmente só estão disponíveis nas regiões Leste dos 
EUA (Norte da Virgínia) e Oeste dos EUA (Oregon). Além disso, ao usar modelos básicos do 
Amazon Bedrock, você é cobrado com base no volume de tokens de entrada e tokens de saída, 
conforme especificado por cada fornecedor de modelo. Para obter mais informações, consulte a 
página de preços do Amazon Bedrock. Os modelos SageMaker JumpStart básicos são implantados 
em instâncias de SageMaker hospedagem e você é cobrado pela duração do uso com base no tipo 
de instância usada. Para obter mais informações sobre o custo de diferentes tipos de instância, 
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consulte a seção Amazon SageMaker Hosting: Inferência em tempo real na página de SageMaker 
preços.

A consulta de documentos é um atributo adicional que você pode usar para consultar e obter 
informações de documentos armazenados em índices usando o Amazon Kendra. Com essa 
funcionalidade, você pode gerar conteúdo a partir do contexto desses documentos e receber 
respostas específicas para seu caso de uso comercial, em vez de respostas genéricas às grandes 
quantidades de dados nos quais os modelos básicos foram treinados. Para obter mais informações 
sobre índices no Amazon Kendra, consulte o Guia do desenvolvedor do Amazon Kendra.

Se você quiser obter respostas de qualquer um dos modelos básicos personalizados para seus 
dados e caso de uso, você pode ajustar os modelos básicos. Para saber mais, consulte Ajuste os 
modelos de fundação.

Para aprender os conceitos básicos, consulte as seções a seguir.

Pré-requisitos

As seções a seguir descrevem os pré-requisitos para interagir com modelos básicos e usar o atributo 
de consulta de documentos no Canvas. O restante do conteúdo desta página pressupõe que você 
atendeu aos pré-requisitos para modelos básicos. O atributo de consulta de documentos requer 
permissões adicionais.

Pré-requisitos para modelos básicos

As permissões necessárias para interagir com os modelos estão incluídas nas permissões dos eady-
to-use modelos Canvas R. Para usar os modelos generativos baseados em IA no Canvas, você deve 
ativar as permissões de configuração dos eady-to-use modelos Canvas R ao configurar seu domínio 
Amazon. SageMaker Para ter mais informações, consulte Pré-requisitos para configurar o Amazon 
Canvas SageMaker . A configuração dos eady-to-use modelos Canvas R anexa a ServicesAccess 
política de AmazonSageMakerCanvasIA à função de execução do seu usuário do Canvas AWS 
Identity and Access Management (IAM). Se você encontrar algum problema com a concessão de 
permissões, consulte o tópico Solução de problemas com a concessão de permissões por meio do 
console SageMaker .

Se você já configurou seu Domínio, você pode editar suas configurações de Domínio e ativar as 
permissões. Para obter instruções sobre como editar suas configurações de Domínio, consulte Exibir 
e Editar Domínios. Ao editar as configurações do seu domínio, acesse as configurações do Canvas e 
ative a opção Ativar eady-to-use modelos do Canvas R.
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Alguns modelos de SageMaker JumpStart fundação também exigem que você solicite um aumento 
da cota de SageMaker instâncias. O Canvas hospeda os modelos com os quais você está 
interagindo atualmente nessas instâncias, mas a cota padrão para sua conta pode ser insuficiente. 
Se você encontrar um erro ao executar qualquer um dos modelos a seguir, solicite um aumento de 
cota para os tipos de instância associados:

• Falcon-40B – ml.g5.12xlarge, ml.g5.24xlarge

• Falcon-13B – ml.g5.2xlarge, ml.g5.4xlarge, ml.g5.8xlarge

• MPT-7B-Instruct – ml.g5.2xlarge, ml.g5.4xlarge, ml.g5.8xlarge

Para os tipos de instâncias anteriores, solicite um aumento de 0 para 1 para a cota de uso do 
endpoint. Para obter mais informações como aumentar uma cota de instância para sua conta, 
consulte Solicitar um aumento da cota no Guia do usuário do Service Quotas.

Pré-requisitos para a consulta de documentos

Note

A consulta de documentos é compatível com o seguinteRegiões da AWS: Leste dos EUA 
(Norte da Virgínia), Leste dos EUA (Ohio), Oeste dos EUA (Oregon), Europa (Irlanda), 
Ásia-Pacífico (Singapura), Ásia-Pacífico (Sydney), Ásia-Pacífico (Tóquio) e Ásia-Pacífico 
(Mumbai).

O atributo de consulta de documentos exige que você já tenha um índice do Amazon Kendra que 
armazene seus documentos e metadados do documento. Para obter mais informações sobre o 
Amazon Kendra, consulte o Guia do desenvolvedor do Amazon Kendra. Para saber mais sobre as 
cotas para consultar índices, consulte Cotas no Guia do desenvolvedor do Amazon Kendra.

Você também deve se certificar de que seu perfil de usuário do Canvas tenha as permissões 
necessárias para a consulta de documentos. A AmazonSageMakerCanvasFullAccesspolítica 
deve ser anexada à função de execução do AWS IAM para o SageMaker domínio que hospeda 
seu aplicativo Canvas (essa política é anexada por padrão a todos os perfis de usuário novos e 
existentes do Canvas). Você também deve conceder especificamente permissões de consulta de 
documentos e especificar o acesso a um ou mais índices do Amazon Kendra.

Se o administrador do Canvas estiver configurando um novo Domínio ou perfil de usuário, faça com 
que ele configure o Domínio seguindo as instruções em Pré-requisitos para configurar o Amazon 
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Canvas SageMaker . Ao configurar o domínio, eles podem ativar as permissões de consulta do 
documento por meio da configuração dos eady-to-use modelos Canvas R.

O administrador do Canvas também pode gerenciar as permissões de consulta de documentos no 
nível do perfil do usuário. Por exemplo, se o administrador quiser conceder permissões de consulta 
de documentos a alguns perfis de usuário, mas remover permissões para outros, ele poderá editar 
as permissões para um usuário específico.

O procedimento a seguir mostra como ativar permissões de consulta de documentos para um perfil 
de usuário específico:

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio do perfil do usuário.

5. Na página de Detalhes do Domínio, escolha o Perfil do usuário cujas permissões você deseja 
editar.

6. Na página Detalhes do usuário, escolha Editar.

7. No painel de navegação à esquerda, escolha Configurações do Canvas.

8. Na seção de configuração dos eady-to-use modelos Canvas R, ative o botão Habilitar consulta 
de documentos usando o Amazon Kendra.

9. No menu suspenso, selecione um ou mais índices do Amazon Kendra aos quais você deseja 
conceder acesso.

10. Escolha Enviar para salvar as alterações nas configurações do seu Domínio.

Agora você será capaz de usar os modelos básicos do Canvas para consultar documentos nos 
índices especificados do Amazon Kendra.

Iniciar uma nova conversa para gerar, extrair ou resumir conteúdo

Para começar a usar modelos básicos de IA generativa no Canvas, você pode iniciar uma nova 
sessão de chat com um dos modelos. Para SageMaker JumpStart modelos, você é cobrado 
enquanto o modelo está ativo, então você deve inicializar os modelos quando quiser usá-los e 
desligá-los quando terminar de interagir. Se você não desligar um SageMaker JumpStart modelo, o 
Canvas o desligará após 2 horas de inatividade. Para modelos Amazon Bedrock (como o Amazon 
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Titan), você é cobrado imediatamente; os modelos já estão ativos e não precisam ser inicializados ou 
desligados. Você é cobrado diretamente pelo uso desses modelos pela Amazon Bedrock.

Para abrir um chat com uma modelo, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação esquerdo, escolha eady-to-usemodelos R.

3. Escolha Gerar, extrair e resumir conteúdo.

4. Na página de boas-vindas, você receberá uma recomendação para iniciar o modelo padrão. 
Você pode iniciar o modelo recomendado ou escolher Selecionar outro modelo no menu 
suspenso para escolher um diferente.

5. Se você selecionou um modelo de SageMaker JumpStart base, precisará iniciá-lo antes que ele 
esteja disponível para uso. Escolha Iniciar o modelo e, em seguida, o modelo será implantado 
em uma SageMaker instância. A conclusão dessa operação pode levar vários minutos. Quando 
o modelo estiver pronto, você poderá inserir solicitações e fazer perguntas ao modelo.

Se você selecionou um modelo básico do Amazon Bedrock, pode começar a usá-lo 
instantaneamente inserindo uma solicitação e fazendo perguntas.

Dependendo do modelo, você pode realizar várias tarefas. Por exemplo, você pode inserir uma 
passagem de texto e pedir ao modelo que a resuma. Ou você pode pedir ao modelo que apresente 
um breve resumo das tendências do mercado em seu Domínio.

As respostas do modelo em um chat são baseadas no contexto de suas solicitações anteriores. Se 
você quiser fazer uma nova pergunta no chat que não esteja relacionada ao tópico da conversa 
anterior, recomendamos que você inicie um novo chat com o modelo.

Extrair informações de documentos com a consulta de documentos

Note

Esta seção pressupõe que você concluiu a seção Pré-requisitos para a consulta de 
documentos acima.

A consulta de documentos é um atributo que você pode usar ao interagir com modelos básicos 
no Canvas. Com a consulta de documentos, você pode acessar um corpus de documentos 
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armazenados em um índice Amazon Kendra, que contém o conteúdo dos seus documentos e é 
estruturado de forma a tornar os documentos pesquisáveis. Você pode fazer perguntas específicas 
direcionadas aos dados do seu índice Amazon Kendra, e o modelo básico responderá às suas 
perguntas. Por exemplo, você pode consultar uma base de conhecimento interna de informações 
de TI e fazer perguntas como “Como faço para me conectar à rede da minha empresa?” Para obter 
mais informações sobre um índice, consulte o Guia do desenvolvedor do Amazon Kendra.

Ao usar o atributo de consulta de documentos, os modelos básicos restringem suas respostas 
ao conteúdo dos documentos em seu índice com uma técnica chamada Geração Aumentada de 
Recuperação (RAG). Essa técnica agrupa as informações mais relevantes do índice junto com a 
solicitação do usuário e as envia ao modelo básico para obter uma resposta. As respostas são 
limitadas ao que pode ser encontrado em seu índice, evitando que o modelo forneça respostas 
incorretas com base em dados externos. Para obter mais informações sobre esse processo, consulte 
a postagem do blog Crie rapidamente aplicativos de IA generativa de alta precisão em dados 
corporativos.

Para começar, em um chat com um modelo básico no Canvas, ative o botão Consulta de 
documentos na parte superior da página. No menu suspenso, selecione o índice do Amazon Kendra 
que você deseja consultar. Em seguida, você pode começar a fazer perguntas relacionadas aos 
documentos em seu índice.

Important

A consulta de documentos é compatível com o atributo Comparar saídas do modelo. 
Qualquer histórico de chat existente é sobrescrito quando você inicia um novo chat para 
comparar as saídas do modelo.

Gerenciamento de modelos

Note

A seção a seguir descreve a inicialização e o desligamento de modelos, o que se aplica 
somente aos modelos básicos, como o SageMaker JumpStart Falcon-40B-Instruct. Você 
pode acessar os modelos Amazon Bedrock, como o Amazon Titan, instantaneamente a 
qualquer momento.
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Você pode iniciar quantos SageMaker JumpStart modelos quiser. Cada SageMaker JumpStart 
modelo ativo gera cobranças em sua conta, por isso recomendamos que você não inicie mais 
modelos do que os que está usando atualmente.

Para iniciar outro modelo, faça o seguinte:

1. Na página Gerar, extrair e resumir conteúdo, escolha Novo chat.

2. Escolha o modelo no menu suspenso. Se você quiser escolher um modelo não exibido no menu 
suspenso, escolha Iniciar outro modelo e, em seguida, selecione o modelo que você deseja 
inicializar.

3. Escolha Inicializar modelo.

O modelo começará a ser inicializado e, em alguns minutos, você poderá conversar com o modelo.

É altamente recomendável que você encerre os modelos que não está usando. Os modelos são 
encerrados automaticamente após 2 horas de inatividade. No entanto, para encerrar manualmente 
um modelo, faça o seguinte:

1. Na página Gerar, extrair e resumir conteúdo, abra o chat do modelo que você deseja encerrar.

2. Na página de chat, escolha o ícone Mais opções
( ).

3. Escolha Encerrar o modelo.

4. Na caixa de confirmação de Encerrar o modelo, escolha Encerrar.

O modelo começará a ser encerrado. Se seu chat comparar dois ou mais modelos, você pode 
encerrar um modelo individual na página de chat escolhendo o ícone Mais opções do modelo 
( ) 
e, em seguida, escolhendo Encerrar o modelo.

Comparar saídas do modelo

Você pode querer comparar a saída de diferentes modelos lado a lado para ver qual saída de 
modelo você prefere. Isso pode ajudar você a decidir qual modelo melhor se adequa ao seu caso de 
uso. Você pode comparar até três modelos em chats.
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Note

Cada modelo individual incorre em cobranças em sua conta.

Você deve iniciar um novo chat para adicionar modelos para comparação. Para comparar a saída 
dos modelos lado a lado em um chat, faça o seguinte:

1. Em um chat, escolha Novo chat.

2. Escolha Comparar e use o menu suspenso para selecionar o modelo que você deseja adicionar. 
Para adicionar um terceiro modelo, escolha Comparar novamente para adicionar outro modelo.

Note

Se você quiser usar um SageMaker JumpStart modelo que não está ativo no momento, 
você será solicitado a inicializar o modelo.

Quando os modelos estão ativos, você verá os dois modelos lado a lado no chat. Você pode enviar 
sua solicitação e cada modelo responderá no mesmo chat, conforme mostrado na captura de tela a 
seguir.
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Quando terminar de interagir, certifique-se de desligar todos SageMaker JumpStart os modelos 
individualmente para evitar cobranças adicionais.

Ajuste os modelos de fundação

Os modelos básicos que você pode acessar por meio do Amazon SageMaker Canvas podem ajudá-
lo com uma variedade de tarefas de uso geral. No entanto, se você tiver um caso de uso específico 
e quiser respostas personalizadas com base em seus próprios dados, poderá ajustar um modelo
básico.

Para ajustar um modelo básico, você fornece um conjunto de dados que consiste em exemplos de 
solicitações e respostas do modelo. Em seguida, você treina o modelo básico com base nos dados. 
Por fim, o modelo básico ajustado é capaz de fornecer respostas mais específicas.

Este tópico descreve como ajustar os modelos de base no Canvas.
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Antes de começar

Antes de ajustar um modelo básico, verifique se você tem as permissões para eady-to-use modelos 
R no Canvas e uma relação de confiança com o Amazon Bedrock. Para obter mais informações, 
consulte Conceda permissões aos usuários para ajustar os modelos do Foundation.

Você também deve ter um conjunto de dados formatado para ajustar modelos de linguagem grande 
(LLMs). Veja a seguir uma lista de requisitos para seu conjunto de dados:

• O conjunto de dados deve ser tabular e conter pelo menos duas colunas de dados de texto: uma 
coluna de entrada (que contém exemplos de solicitações para o modelo) e uma coluna de saída 
(que contém exemplos de respostas do modelo).

Um exemplo é o seguinte:

Entrada Saída

Quais são os seus termos de envio? Oferecemos frete grátis em todos os pedidos 
acima de $50. Pedidos abaixo de $50 têm 
uma taxa de envio de $5,99.

Como posso devolver um item? Para devolver um item, visite nosso centro de 
devoluções e siga as instruções. Você deve 
fornecer o número do pedido e o motivo da 
devolução.

Estou tendo problemas com meu produto. O 
que posso fazer?

Entre em contato com nossa equipe de 
suporte ao cliente e ficaremos felizes em 
ajudá-lo a solucionar o problema.

• Recomendamos que o conjunto de dados tenha pelo menos 100 pares de texto (linhas de itens de 
entrada e saída correspondentes). Isso garante que o modelo básico tenha dados suficientes para 
o ajuste fino e aumente a precisão de suas respostas.

• Cada item de entrada e saída deve conter no máximo 512 caracteres. Qualquer coisa maior é 
reduzida para 512 caracteres ao ajustar o modelo básico.
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Ao ajustar um modelo do Amazon Bedrock, você deve aderir às cotas do Amazon Bedrock. Para 
obter mais informações, consulte Cotas de personalização de modelos no Guia do usuário do
Amazon Bedrock.

Para obter mais informações sobre os requisitos e limitações gerais do conjunto de dados no 
Canvas, consulteCriar um conjunto de dados.

Ajuste um modelo de base

Você pode ajustar um modelo básico usando qualquer um dos seguintes métodos no aplicativo 
Canvas:

• Em um bate-papo Gerar, extrair e resumir conteúdo com um modelo básico, escolha o ícone
Ajuste fino do modelo ().

• Durante um bate-papo com um modelo básico, se você gerou novamente a resposta duas ou mais 
vezes, o Canvas oferece a opção de ajustar o modelo. A captura de tela a seguir mostra como isso 
se parece.

• Na página Meus modelos, você pode criar um novo modelo escolhendo Novo modelo e, em 
seguida, selecionando o modelo básico de ajuste fino.

• Na página inicial dos eady-to-use modelos R, você pode escolher Criar seu próprio modelo e, em 
seguida, na caixa de diálogo Criar novo modelo, escolher Ajustar o modelo básico.

• Ao navegar pelos conjuntos de dados na guia Data Wrangler, você pode selecionar um conjunto 
de dados e escolher Criar um modelo. Em seguida, escolha o modelo de base Fine-tune.

Depois de começar a ajustar um modelo, faça o seguinte:

Selecione um conjunto de dados

Na guia Selecionar do ajuste fino de um modelo, você escolhe os dados nos quais gostaria de treinar 
o modelo básico.

Selecione um conjunto de dados existente ou crie um novo que atenda aos requisitos listados na
Antes de começar seção. Para obter mais informações sobre como criar um conjunto de dados, 
consulteCriar um conjunto de dados.
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Quando você tiver selecionado ou criado um conjunto de dados e estiver pronto para seguir em 
frente, escolha Selecionar conjunto de dados.

Ajuste o modelo

Depois de selecionar seus dados, agora você está pronto para começar a treinar e ajustar o modelo.

Na guia Ajuste fino, faça o seguinte:

1. Para selecionar até 3 modelos básicos, abra o menu suspenso e verifique até 3 modelos 
básicos (até 2 SageMaker JumpStart modelos e 1 modelo Amazon Bedrock) que você gostaria 
de ajustar durante o trabalho de treinamento. Ao ajustar vários modelos básicos, você pode 
comparar seu desempenho e, por fim, escolher o mais adequado ao seu caso de uso como 
modelo padrão. Para obter mais informações sobre modelos padrão, consulte???.

2. Em Selecionar coluna de entrada, selecione a coluna de dados de texto em seu conjunto de 
dados que contém os exemplos de solicitações do modelo.

3. Em Selecionar coluna de saída, selecione a coluna de dados de texto em seu conjunto de dados 
que contém os exemplos de respostas do modelo.

4. (Opcional) Para definir configurações avançadas para o trabalho de treinamento, escolha
Configurar modelo. Para obter mais informações sobre as configurações avançadas de 
construção de modelos, consulteConfigurações avançadas de construção de modelos.

Na janela pop-up Configurar modelo, faça o seguinte:

a. Para hiperparâmetros, você pode ajustar a contagem de Epoch, o tamanho do lote, a taxa 
de aprendizado e as etapas de aquecimento da taxa de aprendizado para cada modelo 
selecionado. Para obter mais informações sobre esses parâmetros, consulte a seção 
Hiperparâmetros na SageMaker JumpStart documentação.

b. Para Divisão de dados, você pode especificar porcentagens de como dividir seus dados 
entre o conjunto de treinamento e o conjunto de validação.

c. Para o tempo máximo de execução do trabalho, você pode definir a quantidade máxima de 
tempo em que o Canvas executa o trabalho de construção. Esse recurso está disponível 
somente para modelos de SageMaker JumpStart base.

d. Depois de definir as configurações, escolha Salvar.

5. Escolha Fine-tune para começar a treinar os modelos básicos que você selecionou.
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Depois que o trabalho de ajuste fino começar, você poderá sair da página. Quando o modelo 
aparece como Pronto na página Meus modelos, ele está pronto para uso e agora você pode analisar 
o desempenho do seu modelo ajustado.

Analise o modelo ajustado

Na guia Analisar do seu modelo ajustado, você pode ver o desempenho do modelo.

A guia Visão geral desta página mostra as pontuações de perplexidade e perda, junto com análises 
que visualizam a melhoria do modelo ao longo do tempo durante o treinamento. A captura de tela a 
seguir mostra a guia Visão geral.

Nessa página, você pode ver as seguintes visualizações:

• A curva de perplexidade mede quão bem o modelo prevê a próxima palavra em uma sequência 
ou quão gramatical é a saída do modelo. Idealmente, à medida que o modelo melhora durante o 
treinamento, a pontuação diminui e resulta em uma curva que diminui e se achata com o tempo.

• A curva de perda quantifica a diferença entre a saída correta e a saída prevista do modelo. Uma 
curva de perda que diminui e se achata com o tempo indica que o modelo está melhorando sua 
capacidade de fazer previsões precisas.

A guia Métricas avançadas mostra os hiperparâmetros e métricas adicionais do seu modelo. Parece 
a seguinte captura de tela:
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A guia Métricas avançadas contém as seguintes informações:

• A seção Explicabilidade contém os hiperparâmetros, que são os valores definidos antes do 
trabalho para orientar o ajuste fino do modelo. Se você não especificou hiperparâmetros 
personalizados nas configurações avançadas do modelo na Ajuste o modelo seção, o Canvas 
seleciona os hiperparâmetros padrão para você.

Para SageMaker JumpStart modelos, você também pode ver a métrica avançada ROUGE (Recall-
Oriented Understudy for Gisting Evaluation), que avalia a qualidade dos resumos gerados pelo 
modelo. Ele mede o quão bem o modelo pode resumir os pontos principais de uma passagem.

• A seção Artefatos fornece links para artefatos gerados durante o trabalho de ajuste fino. Você 
pode acessar os dados de treinamento e validação salvos no Amazon S3, bem como o link para o 
relatório de avaliação do modelo (para saber mais, consulte o parágrafo a seguir).

Para obter mais informações sobre a avaliação do modelo, você pode baixar um relatório gerado 
usando o SageMaker Clarify, que é um recurso que pode ajudá-lo a detectar vieses em seu modelo 
e dados. Primeiro, gere o relatório escolhendo Gerar relatório de avaliação na parte inferior da 
página. Depois que o relatório for gerado, você poderá baixar o relatório completo escolhendo Baixar 
relatório ou retornando à seção Artefatos.
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Você também pode acessar um notebook Jupyter que mostra como replicar seu trabalho de ajuste 
fino no código Python. Você pode usar isso para replicar ou fazer alterações programáticas em seu 
trabalho de ajuste fino ou obter uma compreensão mais profunda de como o Canvas ajusta seu 
modelo. Para saber mais sobre modelos de notebooks e como acessá-los, consulteBaixe um modelo 
de caderno.

Para obter mais informações sobre como interpretar as informações na guia Analisar do seu modelo 
ajustado, consulte o tópico. Avalie o desempenho do seu modelo no Amazon SageMaker Canvas

Depois de analisar as guias Visão geral e Métricas avançadas, você também pode optar por abrir 
a tabela de classificação do modelo, que mostra a lista dos modelos básicos treinados durante 
a criação. O modelo com a pontuação de perda mais baixa é considerado o modelo de melhor 
desempenho e é selecionado como o modelo padrão, que é o modelo cuja análise você vê na guia
Analisar. Você só pode testar e implantar o modelo padrão. Para obter mais informações sobre a 
tabela de classificação do modelo e como alterar o modelo padrão, consulte. ???

Teste um modelo aperfeiçoado em um bate-papo

Depois de analisar o desempenho de um modelo ajustado, talvez você queira testá-lo ou comparar 
suas respostas com o modelo básico. Você pode testar um modelo aperfeiçoado em um bate-papo 
no recurso Gerar, extrair e resumir conteúdo.

Inicie um bate-papo com um modelo refinado escolhendo um dos seguintes métodos:

• Na guia Analisar do modelo ajustado, escolha Testar em modelos básicos R. eady-to-use

• Na página de eady-to-use modelos do Canvas R, escolha Gerar, extrair e resumir conteúdo. Em 
seguida, escolha Novo bate-papo e selecione a versão do seu modelo aperfeiçoado que você 
deseja testar.

O modelo é iniciado em um bate-papo e você pode interagir com ele como qualquer outro modelo 
básico. Você pode adicionar mais modelos ao chat e comparar suas saídas. Para obter mais 
informações sobre a funcionalidade dos bate-papos, consulteUsar IA generativa com modelos 
básicos.

Use eady-to-use modelos R

Com eady-to-use os modelos do Amazon SageMaker Canvas R, você pode fazer previsões em 
seus dados sem escrever uma única linha de código ou ter que criar um modelo — tudo o que você 
precisa trazer são seus dados. eady-to-use Os modelos R usam modelos pré-criados para gerar 
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previsões sem exigir que você gaste o tempo, a experiência ou o custo necessários para criar um 
modelo, e você pode escolher entre uma variedade de casos de uso, desde detecção de linguagem 
até análise de despesas.

O Canvas se integra os serviços AWS existentes, como o Amazon Textract, o Amazon Rekognition
e o Amazon Comprehend, para analisar seus dados e fazer previsões ou extrair informações. Você 
pode usar o poder preditivo desses serviços de dentro do aplicativo Canvas para obter previsões de 
alta qualidade para seus dados.

O Canvas é compatível com os seguintes tipos de eady-to-use modelos R:

eady-to-use Modelo R Descrição Tipo de dados compatíveis

Análise de sentimento Detecte sentimentos em linhas 
de texto, que podem ser 
positivos, negativos, neutros 
ou mistos. No momento, só 
é possível fazer análises de 
sentimentos para textos em 
inglês.

Texto simples ou tabular 
(CSV, Parquet)

Extração de entidades Extraia entidades, que são 
objetos do mundo real, como 
pessoas, lugares e itens 
comerciais, ou unidades, 
como datas e quantidades, do 
texto.

Texto simples ou tabular 
(CSV, Parquet)

Detecção de idioma Determine o idioma dominante 
em textos como inglês, 
francês ou alemão.

Texto simples ou tabular 
(CSV, Parquet)

Detecção de informações 
pessoais

Detecte informações pessoais 
que possam ser usadas 
para identificar um indivíduo, 
como endereços, números de 
contas bancárias e números 
de telefone, a partir de texto.

Texto simples ou tabular 
(CSV, Parquet)
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eady-to-use Modelo R Descrição Tipo de dados compatíveis

Detecção de objetos em 
imagens

Detecte objetos, conceitos 
, cenas e ações em suas 
imagens.

Imagem (JPG, PNG)

Detecção de texto em 
imagens

Detecte textos em suas 
imagens.

Imagem (JPG, PNG)

Análise de despesas Extraia informações de faturas 
e recibos, como data, número, 
preços dos itens, valor total e 
condições de pagamento.

Documento (PDF, JPG, PNG, 
TIFF)

Análise de documento de 
identidade

Extraia informações de 
passaportes, carteiras de 
motorista e outros documento 
s de identidade emitidos pelo 
governo dos EUA.

Documento (PDF, JPG, PNG, 
TIFF)

Análise de documentos Analise documentos e 
formulários em busca de 
relações entre o texto 
detectado.

Documento (PDF, JPG, PNG, 
TIFF)

Consultas de documentos Extraia informações de 
documentos estruturados, 
como recibos de pagamento, 
extratos bancários, formulários 
W-2 e formulários de solicitaç 
ão de hipoteca, fazendo 
perguntas com o uso de 
linguagem natural.

Documento (PDF)

Conceitos básicos

Para começar a usar os eady-to-use modelos R, revise as informações a seguir.
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Pré-requisitos

Para usar eady-to-use modelos R no Canvas, você deve ativar as permissões de configuração dos 
eady-to-use modelos Canvas R ao configurar seu SageMaker domínio Amazon. A configuração dos 
eady-to-use modelos Canvas R anexa a ServicesAccess política de AmazonSageMakerCanvasIA
à função de execução do seu usuário do Canvas AWS Identity and Access Management (IAM). 
Se você encontrar algum problema com a concessão de permissões, consulte o tópico Solução de 
problemas com a concessão de permissões por meio do console SageMaker .

Se você já configurou seu Domínio, você pode editar suas configurações de Domínio e ativar as 
permissões. Para obter instruções sobre como editar suas configurações de Domínio, consulte
Visualizar e editar Domínios. Ao editar as configurações do seu domínio, acesse as configurações do 
Canvas e ative a opção Ativar eady-to-use modelos do Canvas R.

(Opcional) Desativar o armazenamento de dados dos serviços de IA

Alguns serviços de AWS IA armazenam e usam seus dados para fazer melhorias no serviço. Você 
pode optar por não ter seus dados armazenados ou usados para melhorias no serviço. Para saber 
mais sobre como optar por não participar, consulte as políticas de exclusão dos serviços de IA no 
Guia do AWS Organizationsusuário.

Como usar eady-to-use modelos R

Para começar a usar os eady-to-use modelos R, faça o seguinte:

1. (Opcional) Importe seus dados. Você pode importar um conjunto de dados tabular, de imagem 
ou documento para gerar previsões em lote ou um conjunto de dados de previsões com modelos 
R. eady-to-use Para começar a importar um conjunto de dados, consulte Importar dados para um 
fluxo de dados.

2. Gere previsões. Você pode gerar previsões únicas ou em lote com o eady-to-use modelo R 
escolhido. Para começar a fazer previsões, consulte Faça previsões com modelos R eady-to-use .

Faça previsões com modelos R eady-to-use

eady-to-use Os modelos R estão disponíveis para dados de texto, imagem e documento. Cada tipo 
de dados tem eady-to-use modelos R projetados para funcionar melhor em cada caso de uso. Use 
o guia a seguir para determinar quais eady-to-use modelos R você pode usar com seus dados de 
entrada:
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• Dados de texto: análise de sentimentos, extração de entidades, detecção de idioma, detecção de 
informações pessoais

• Dados de imagem: detecção de objetos em imagens, detecção de texto em imagens

• Dados de documentos: análise de despesas, análise de documentos de identidade, análise de 
documentos e consultas de documentos

A captura de tela a seguir mostra a página inicial dos eady-to-use modelos R, que mostra todas as 
diferentes soluções.

Cada eady-to-use modelo R suporta previsões únicas e previsões em lote para seu conjunto de 
dados. Uma previsão única é quando você só precisa fazer uma previsão. Por exemplo, você tem 
uma imagem da qual deseja extrair texto ou um parágrafo de texto e deseja detectar seu idioma 
dominante. Uma previsão em lote é quando você quer fazer previsões para um conjunto de dados 
inteiro. Por exemplo, você pode ter um arquivo CSV de avaliações de clientes para o qual gostaria 
de analisar o sentimento do cliente ou pode ter arquivos de imagem nos quais gostaria de detectar 
objetos.

Quando você tiver seus dados e tiver identificado seu caso de uso, escolha um dos fluxos de 
trabalho a seguir para fazer previsões para seus dados.
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Fazer previsões para dados de texto

Os procedimentos a seguir descrevem como fazer previsões únicas e em lote para conjuntos de 
dados de texto. Você pode usar os procedimentos para os seguintes tipos de eady-to-use modelo R: 
análise de sentimentos, extração de entidades, detecção de linguagem e detecção de informações 
pessoais.

Note

Para a análise de sentimentos, só é possível usar textos em inglês.

Previsões únicas

Para fazer uma única previsão para eady-to-use modelos R que aceitam dados de texto, faça o 
seguinte:

1. No painel de navegação esquerdo do aplicativo Canvas, escolha eady-to-usemodelos R.

2. Na página de eady-to-use modelos R, escolha o eady-to-use modelo R para seu caso de uso. 
Para dados de texto, ele deve ser uma das seguintes opções: Análise de sentimentos, Extração 
de entidades, Detecção de idioma ou Detecção de informações pessoais.

3. Na página Executar previsões do eady-to-use modelo R escolhido, escolha Predição única.

4. Em Campo de texto, insira o texto para o qual você gostaria de obter uma previsão.

5. Escolha Gerar resultados de previsão para obter sua previsão.

No painel à direita Resultados da previsão, você receberá uma análise do seu texto, além de uma 
pontuação de Confiança para cada resultado ou rótulo. Por exemplo, se você escolher a detecção 
de idioma e inserir uma passagem de texto em francês, poderá obter francês com uma pontuação de 
confiança de 95% e traços de outros idiomas, como inglês, com uma pontuação de confiança de 5%.

A captura de tela a seguir mostra os resultados de uma única previsão usando a detecção de idioma, 
em que o modelo tem 100% de certeza de que a passagem é em inglês.
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Previsões em lote

Para fazer previsões em lote para eady-to-use modelos R que aceitam dados de texto, faça o 
seguinte:

1. No painel de navegação esquerdo do aplicativo Canvas, escolha eady-to-usemodelos R.

2. Na página de eady-to-use modelos R, escolha o eady-to-use modelo R para seu caso de uso. 
Para dados de texto, ele deve ser uma das seguintes opções: Análise de sentimentos, Extração 
de entidades, Detecção de idioma ou Detecção de informações pessoais.

3. Na página Executar previsões do eady-to-use modelo R escolhido, escolha Previsão em lote.

4. Escolha Selecionar conjunto de dados se você já tiver importado seu conjunto de dados. Caso 
contrário, escolha Importar novo conjunto de dados e, em seguida, você será direcionado pelo 
fluxo de trabalho de importação de dados.

5. Na lista de conjuntos de dados disponíveis, selecione seu conjunto de dados e escolha Gerar 
previsões para obter suas previsões.

Depois que a execução do trabalho de previsão for concluída, na página Executar 
previsões, você verá um conjunto de dados de saída listado em Previsões. Esse 
conjunto de dados contém seus resultados e, se você selecionar o ícone Mais opções
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( ), 
poderá Visualizar os dados de saída. Em seguida, você pode escolher Baixar para baixar os 
resultados.

Fazer previsões para dados de imagem

Os procedimentos a seguir descrevem como fazer previsões únicas e em lote para conjuntos de 
dados de imagem. Você pode usar os procedimentos para os seguintes tipos de eady-to-use modelo 
R: imagens de detecção de objetos e detecção de texto em imagens.

Previsões únicas

Para fazer uma única previsão para eady-to-use modelos R que aceitam dados de imagem, faça o 
seguinte:

1. No painel de navegação esquerdo do aplicativo Canvas, escolha eady-to-usemodelos R.

2. Na página de eady-to-use modelos R, escolha o eady-to-use modelo R para seu caso de uso. 
Para dados de imagem, ele deve ser uma das seguintes opções: Imagens de detecção de 
objetos ou Detecção de texto em imagens.

3. Na página Executar previsões do eady-to-use modelo R escolhido, escolha Predição única.

4. Escolha Fazer upload de imagens.

5. Será solicitado que você selecione uma imagem para carregar do seu computador local. 
Selecione a imagem dos seus arquivos locais e, em seguida, os resultados da previsão serão 
gerados.

No painel à direita Resultados da previsão, você receberá uma análise da sua imagem, além de 
uma pontuação de Confiança para cada objeto ou texto detectado. Por exemplo, se você escolher 
a detecção de objetos em imagens, receberá uma lista de objetos na imagem junto com uma 
pontuação de confiança de quão certo o modelo está de que cada objeto foi detectado com precisão, 
como 93%.

A captura de tela a seguir mostra os resultados de uma previsão única usando a solução de 
detecção de objetos em imagens, na qual o modelo prevê objetos como uma torre de relógio e um 
ônibus com 100% de confiança.
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Previsões em lote

Para fazer previsões em lote para eady-to-use modelos R que aceitam dados de imagem, faça o 
seguinte:

1. No painel de navegação esquerdo do aplicativo Canvas, escolha eady-to-usemodelos R.

2. Na página de eady-to-use modelos R, escolha o eady-to-use modelo R para seu caso de uso. 
Para dados de imagem, ele deve ser uma das seguintes opções: Imagens de detecção de 
objetos ou Detecção de texto em imagens.

3. Na página Executar previsões do eady-to-use modelo R escolhido, escolha Previsão em lote.

4. Escolha Selecionar conjunto de dados se você já tiver importado seu conjunto de dados. Caso 
contrário, escolha Importar novo conjunto de dados e, em seguida, você será direcionado pelo 
fluxo de trabalho de importação de dados.

5. Na lista de conjuntos de dados disponíveis, selecione seu conjunto de dados e escolha Gerar 
previsões para obter suas previsões.

Depois que a execução do trabalho de previsão for concluída, na página Executar 
previsões, você verá um conjunto de dados de saída listado em Previsões. Esse 
conjunto de dados contém seus resultados e, se você selecionar o ícone Mais opções
( ), 
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poderá escolher Exibir resultados de previsão para visualizar os dados de saída. Em seguida, você 
pode escolher Baixar previsão e baixar os resultados como um arquivo CSV ou ZIP.

Fazer previsões para dados de documento

Os procedimentos a seguir descrevem como fazer previsões únicas e em lote para conjuntos de 
dados de documento. Você pode usar os procedimentos para os seguintes tipos de eady-to-use 
modelo R: análise de despesas, análise de documentos de identidade e análise de documentos.

Note

Para consultas de documentos, somente previsões únicas são compatíveis atualmente.

Previsões únicas

Para fazer uma única previsão para eady-to-use modelos R que aceitam dados de documentos, faça 
o seguinte:

1. No painel de navegação esquerdo do aplicativo Canvas, escolha eady-to-usemodelos R.

2. Na página de eady-to-use modelos R, escolha o eady-to-use modelo R para seu caso de uso. 
Para dados de documentos, ele deve ser uma das seguintes opções: Análise de despesas,
Análise de documentos de identidade ou Análise de documentos.

3. Na página Executar previsões do eady-to-use modelo R escolhido, escolha Predição única.

4. Se seu eady-to-use modelo R for análise de documentos de identidade ou análise de 
documentos, conclua as ações a seguir. Se você estiver fazendo análises de despesas ou 
consultas de documentos, pule esta etapa e vá para a Etapa 5 ou a Etapa 6, respectivamente.

a. Escolha Upload de documento.

b. Será solicitado que você carregue um arquivo PDF, JPG ou PNG do seu computador local. 
Selecione o documento dos seus arquivos locais e, em seguida, os resultados da previsão 
serão gerados.

5. Se seu eady-to-use modelo R for análise de despesas, faça o seguinte:

a. Escolha Upload de fatura ou recibo.

b. Será solicitado que você carregue um arquivo PDF, JPG, PNG ou TIFF do seu computador 
local. Selecione o documento dos seus arquivos locais e, em seguida, os resultados da 
previsão serão gerados.
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6. Se seu eady-to-use modelo R for uma consulta de documentos, faça o seguinte:

a. Escolha Upload de documento.

b. Será solicitado que você carregue um arquivo PDF do seu computador local. Selecione o 
documento em seus arquivos locais. Seu PDF deve ter de 1 a 100 páginas.

Note

Se você estiver nas regiões Ásia-Pacífico (Seul), Ásia-Pacífico (Singapura), Ásia-
Pacífico (Sydney) ou Europa (Frankfurt), o tamanho máximo do PDF para consultas 
de documentos é de 20 páginas.

c. No painel à direita, insira consultas para pesquisar informações no documento. O número 
de caracteres que você pode inserir em uma única consulta é de 1 a 200. Você pode 
adicionar até 15 consultas por vez.

d. Escolha Enviar consultas e, em seguida, os resultados serão gerados com as respostas às 
suas consultas. Você será cobrado uma vez por cada envio de consultas que fizer.

No painel à direita Resultados da previsão, você receberá uma análise do seu documento.

As informações a seguir descrevem os resultados de cada tipo de solução:

• Para análise de despesas, os resultados são categorizados em Campos de resumo, que incluem 
campos como o total em um recibo, e Campos de item de linha, que incluem campos como itens 
individuais em um recibo. Os campos identificados são destacados na imagem do documento na 
saída.

• Para análise de documentos de identidade, a saída mostra os campos que o eady-to-use modelo 
R identificou, como nome e sobrenome, endereço ou data de nascimento. Os campos identificados 
são destacados na imagem do documento na saída.

• Para análise de documentos, os resultados são categorizados em Texto simples, Formulários,
Tabelas e Assinaturas. O Texto simples inclui todo o texto extraído, enquanto os Formulários,
Tabelas e Assinaturas incluem apenas informações no formato que se enquadram nessas 
categorias. Por exemplo, as Tabelas incluem somente informações extraídas das tabelas no 
documento. Os campos identificados são destacados na imagem do documento na saída.

• Para consultas de documentos, o Canvas apresenta respostas para cada uma de suas consultas. 
Você pode abrir o menu suspenso expansível de consulta para ver um resultado, junto com uma 
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pontuação de confiança para a previsão. Se o Canvas encontrar várias respostas no documento, 
você poderá ter mais de um resultado para cada consulta.

A captura de tela a seguir mostra os resultados de uma única previsão usando a solução de análise 
de documentos.

Previsões em lote

Para fazer previsões em lote para eady-to-use modelos R que aceitam dados do documento, faça o 
seguinte:

1. No painel de navegação esquerdo do aplicativo Canvas, escolha eady-to-usemodelos R.

2. Na página de eady-to-use modelos R, escolha o eady-to-use modelo R para seu caso de uso. 
Para dados de imagem, ele deve ser uma das seguintes opções: Análise de despesas, Análise 
de documentos de identidade ou Análise de documentos.

3. Na página Executar previsões do eady-to-use modelo R escolhido, escolha Previsão em lote.

4. Escolha Selecionar conjunto de dados se você já tiver importado seu conjunto de dados. Caso 
contrário, escolha Importar novo conjunto de dados e, em seguida, você será direcionado pelo 
fluxo de trabalho de importação de dados.
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5. Na lista de conjuntos de dados disponíveis, selecione seu conjunto de dados e escolha Gerar 
previsões. Se seu caso de uso for análise de documentos, prossiga para a Etapa 6.

6. (Opcional) Se seu caso de uso for Análise de documentos, outra caixa de diálogo chamada
Selecionar atributos a serem incluídos na previsão em lote será exibida. Você pode selecionar
Formulários, Tabelas e Assinaturas para agrupar os resultados por esses atributos. Em seguida, 
escolha Gerar previsões.

Depois que a execução do trabalho de previsão for concluída, na página Executar 
previsões, você verá um conjunto de dados de saída listado em Previsões. Esse 
conjunto de dados contém seus resultados e, se você selecionar o ícone Mais opções
( ), 
poderá escolher Exibir resultados da previsão para visualizar a análise dos dados do seu documento.

As informações a seguir descrevem os resultados de cada tipo de solução:

• Para análise de despesas, os resultados são categorizados em Campos de resumo, que incluem 
campos como o total em um recibo, e Campos de item de linha, que incluem campos como itens 
individuais em um recibo. Os campos identificados são destacados na imagem do documento na 
saída.

• Para análise de documentos de identidade, a saída mostra os campos que o eady-to-use modelo 
R identificou, como nome e sobrenome, endereço ou data de nascimento. Os campos identificados 
são destacados na imagem do documento na saída.

• Para análise de documentos, os resultados são categorizados em Texto simples, Formulários,
Tabelas e Assinaturas. O Texto simples inclui todo o texto extraído, enquanto os Formulários,
Tabelas e Assinaturas incluem apenas informações no formato que se enquadram nessas 
categorias. Por exemplo, as Tabelas incluem somente informações extraídas das tabelas no 
documento. Os campos identificados são destacados na imagem do documento na saída.

Depois de visualizar seus resultados, você pode escolher Baixar previsão e baixar os resultados 
como um arquivo ZIP.

Usar modelos personalizados

Com o Amazon SageMaker Canvas, você pode criar um modelo personalizado treinado com seus 
dados. Ao treinar um modelo personalizado em seus dados, você pode capturar características e 
tendências específicas e mais representativas de seus dados. Por exemplo, talvez você queira criar 
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um modelo personalizado de previsão de séries temporais que você treine com base nos dados de 
inventário do seu armazém e que permita gerenciar suas operações logísticas.

Você pode treinar um modelo personalizado do Canvas nos seguintes tipos de conjuntos de dados:

• Tabulares (incluindo dados Numéricos, Categóricos, de Séries temporais e de Texto)

• Imagem

A tabela a seguir mostra os tipos de modelos personalizados que você pode criar no Canvas, junto 
com seus tipos de dados e fontes de dados compatíveis

Tipo do modelo Exemplo de caso de 
uso

Tipos de dados 
compatíveis

Fontes de dados 
compatíveis

Previsão numérica Previsão de preços de 
casas com base em 
características como 
metragem quadrada

Numérico Upload local, Amazon 
S3, conectores SaaS

Previsão de 2 
categorias

Prever se é provável 
que um cliente se 
afaste ou não

Binário ou Categórico Upload local, Amazon 
S3, conectores SaaS

Previsão de 3 ou mais 
categorias

Prever os resultado 
s do paciente após a 
alta hospitalar

Categóricos Upload local, Amazon 
S3, conectores SaaS

Previsão de séries 
temporais

Prever seu inventári 
o para o próximo 
trimestre

Série temporal Upload local, Amazon 
S3, conectores SaaS

Predição de imagem 
de rótulo único

Prever tipos de 
defeitos de fabricação 
em imagens

Imagem (JPG, PNG) Upload local, Amazon 
S3

Previsão de texto de 
várias categorias

Prever categorias 
de produtos, como 
roupas, eletrônic 

Coluna de origem: 
Texto

Upload local, Amazon 
S3
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Tipo do modelo Exemplo de caso de 
uso

Tipos de dados 
compatíveis

Fontes de dados 
compatíveis

os ou utensílios 
domésticos, com base 
nas descrições dos 
produtos

Coluna de destino: 
Binária ou Categórica

Conceitos básicos

Para começar a criar e gerar previsões a partir de um modelo personalizado, faça o seguinte:

• Determine seu caso de uso e o tipo de modelo que você deseja criar. Para obter mais informações 
sobre os tipos de modelo personalizado, consulte Criar um modelo personalizado. Para obter mais 
informações sobre tipos de dados e fontes compatíveis, consulte a seção Importar dados para o 
Canvas.

• Importar seus dados para o Canvas. Você pode criar um modelo personalizado com qualquer 
conjunto de dados tabular ou de imagem que atenda aos requisitos de entrada. Para obter mais 
informações sobre os requisitos de entrada, consulte Criar um conjunto de dados.

Para saber mais sobre os conjuntos SageMaker de dados de amostra fornecidos com os quais 
você pode experimentar, consulte Usar conjuntos de dados de amostra.

• Criar seu modelo personalizado. Você pode fazer uma Criação rápida para obter seu modelo e 
começar a fazer previsões mais rapidamente, ou pode fazer uma Criação padrão para obter maior 
precisão.

Para tipos de modelos de previsão numéricos, categóricos e de séries temporais, você pode limpar 
e preparar seus dados com atributos como transformações avançadas e junções. Para modelos 
de previsão de imagens, você pode Editar um conjunto de dados de imagem atualizar seus rótulos 
ou adicionar e excluir imagens. Observe que você não pode usar esses atributos para modelos de 
previsão de texto de várias categorias.

• Avalie o desempenho do seu modelo e determine o desempenho dele em dados do mundo real.

• (Opcional) Para determinados tipos de modelo, você pode colaborar com cientistas de dados no 
Amazon SageMaker Studio Classic, que podem ajudar a revisar e melhorar seu modelo.

• Fazer previsões únicas ou em lote com seu modelo.
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Note

Se você já tem um modelo treinado no Amazon SageMaker Studio Classic que gostaria de 
compartilhar com o Canvas, você pode trazer seu próprio modelo para o SageMaker Canvas. 
Analise os pré-requisitos do BYOM para determinar se seu modelo está qualificado para 
compartilhamento.

Criar um modelo personalizado

Use o Amazon SageMaker Canvas para criar um modelo personalizado no conjunto de dados que 
você importou. Use o modelo que você criou para fazer previsões sobre novos dados. SageMaker O 
Canvas usa as informações do conjunto de dados para criar até 250 modelos e escolher aquele com 
melhor desempenho.

Quando você começa a criar um modelo, o Canvas recomenda automaticamente um ou mais tipos 
de modelo. Os tipos de modelo se enquadram em uma das seguintes categorias:

• Previsão numérica - conhecida como regressão no machine learning. Use o tipo de modelo de 
previsão numérica quando quiser fazer previsões para dados numéricos. Por exemplo, talvez você 
queira prever o preço das casas com base em características como a metragem quadrada da 
casa.

• Previsão categórica - conhecida como classificação no machine learning. Quando quiser 
categorizar os dados em grupos, use os tipos de modelo de previsão categórica:

• Previsão de 2 categorias - use o tipo de modelo de previsão de 2 categorias (também conhecido 
como classificação binária no machine learning) quando você tiver duas categorias que deseja 
prever para seus dados. Por exemplo, para determinar se é provável que um cliente se afaste.

• Previsão de mais de 3 categorias - use o tipo de modelo de previsão de mais de 3 categorias 
(também conhecido como classificação de várias classes no machine learning) quando você 
tiver três ou mais categorias que deseja prever para seus dados. Por exemplo, para prever o 
status do empréstimo de um cliente com base em características como pagamentos anteriores.

• Previsão de séries temporais - use previsões de séries temporais quando quiser fazer previsões 
em um período de tempo. Por exemplo, para prever o número de itens que você venderá no 
próximo trimestre. Para obter informações sobre previsões de séries temporais, consulte Previsões 
de séries temporais no Amazon SageMaker Canvas.

• Previsão de imagem - use o tipo de modelo de previsão de imagem com rótulo único (também 
conhecido como classificação de imagem com rótulo único no machine learning) quando quiser 
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atribuir rótulos às imagens. Por exemplo, para classificar tipos diferentes de defeitos de fabricação 
em imagens do seu produto.

• Previsão de texto - use o tipo de modelo de previsão de texto de várias categorias (também 
conhecido como classificação de texto de várias classes no machine learning) quando quiser 
atribuir rótulos a passagens de texto. Por exemplo, você pode ter um conjunto de dados de 
avaliações de clientes sobre um produto e deseja determinar se os clientes gostaram ou não do 
produto. Você pode fazer com que seu modelo preveja se uma determinada passagem de texto é
Positive, Negative ou Neutral.

Para obter uma tabela dos tipos de dados de entrada compatíveis com cada tipo de modelo, consulte
Usar modelos personalizados.

Para cada modelo de dados tabular que você cria (que inclui modelos numéricos, categóricos, de 
previsão de séries temporais e de previsão de texto), você escolhe a Coluna de destino. A Coluna de 
destino é a coluna que contém as informações que você deseja prever. Por exemplo, se você estiver 
criando um modelo para prever se as pessoas cancelaram suas assinaturas, a Coluna de destino
contém pontos de dados que indicam yes ou no em relação ao status de cancelamento de alguém.

Para modelos de previsão de imagem, você cria o modelo com um conjunto de dados de imagens às 
quais rótulos foram atribuídos. Para as imagens sem rótulos que você fornece, o modelo prevê um 
rótulo. Por exemplo, se você estiver criando um modelo para prever se uma imagem é um gato ou 
um cachorro, você fornece imagens rotuladas como gatos ou cachorros ao criar o modelo. Então, o 
modelo pode aceitar imagens não rotuladas e predizê-las como cães ou gatos.

O que acontece quando você cria um modelo

Para criar seu modelo, você pode escolher uma Criação rápida ou uma Criação padrão. A Criação 
rápida tem um tempo de criação menor, mas a Criação padrão geralmente tem uma precisão 
maior. A tabela a seguir descreve os tempos médios de criação para cada modelo e tipo de criação, 
juntamente com o número mínimo e máximo de pontos de dados que você deve ter para cada tipo 
de criação.

Limite Previsão 
numérica e 
categórica

Previsão de 
séries temporais

Previsão de 
imagem

Previsão de 
texto

Tempo de 
Criação rápida

De 2 a 20 
minutos

De 2 a 20 
minutos

De 15 a 30 
minutos

De 15 a 30 
minutos
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Limite Previsão 
numérica e 
categórica

Previsão de 
séries temporais

Previsão de 
imagem

Previsão de 
texto

Tempo de 
Criação padrão

De 2 a 4 horas De 2 a 4 horas De 2 a 5 horas De 2 a 5 horas

Número máximo 
de entradas 
(linhas ou 
imagens) para 
Criações rápidas

50.000 50.000 5000 7500

Se você se desconectar durante a execução de uma Criação rápida, sua criação poderá ser 
interrompida até que você faça login novamente. Quando você faz login novamente, o Canvas 
retoma a Criação rápida.

O Canvas prevê valores usando as informações no restante do conjunto de dados, dependendo do 
tipo de modelo:

• Para a previsão categórica, o Canvas coloca cada linha em uma das categorias listadas na Coluna 
de destino.

• Para a predição numérica, o Canvas usa as informações no conjunto de dados para prever os 
valores numéricos na Coluna de destino.

• Para a previsão de séries temporais, o Canvas usa dados históricos para prever valores para a
Coluna de destino no futuro.

• Para a previsão de imagens, o Canvas usa imagens que receberam rótulos para prever rótulos 
para imagens não rotuladas.

• Para a previsão de texto, o Canvas analisa dados de texto aos quais foram atribuídos rótulos para 
prever rótulos para passagens de texto não rotuladas.

Atributos adicionais para ajudar você a criar seu modelo
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Note

Os atributos a seguir estão disponíveis para modelos de previsão numérica e categórica e de 
previsão de séries temporais.

Antes de criar seu modelo, você pode filtrar seus dados ou prepará-los usando transformações 
avançadas. Para obter mais informações sobre como preparar seus dados para a criação de 
modelos, consulte Preparar dados com transformações avançadas.

Você também pode usar a visualização e a análise para explorar seus dados e determinar quais 
os melhores atributos a serem incluídos em seu modelo. Para obter mais informações, consulte
Explorar e analisar seus dados.

Para saber mais sobre atributos adicionais, como visualizar seu modelo, validar seu conjunto de 
dados e alterar o tamanho da amostra aleatória usada para criar seu modelo, consulte Visualizar seu 
modelo.

Para conjuntos de dados tabulares com várias colunas (como conjuntos de dados para criar tipos de 
modelos de previsão categórica, numérica ou de séries temporais), você pode ter linhas com pontos 
de dados ausentes. Enquanto o Canvas constrói o modelo, ele adiciona automaticamente os valores 
ausentes. O Canvas usa os valores do seu conjunto de dados para realizar uma aproximação 
matemática dos valores ausentes. Para obter a maior precisão do modelo, recomendamos adicionar 
os dados ausentes, se você puder encontrá-los. Observe que o atributo de dados ausentes não é 
compatível com modelos de previsão de texto ou de previsão de imagem.

Conceitos básicos

Para começar a criar um modelo personalizado, consulte Criar um modelo e siga o procedimento 
para o tipo de modelo que você deseja criar.

Criar um modelo

As seções a seguir mostram como criar um modelo para cada um dos principais tipos de modelos 
personalizados.

• Para criar modelos de previsão numérica, previsão de 2 categorias ou de previsão de mais de 3 
categorias, consulte Criar um modelo personalizado de previsão numérica ou categórica.

• Para criar modelos de previsão de imagem com rótulo único, consulte Criar um modelo 
personalizado de previsão de imagem.
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• Para criar modelos de previsão de texto de várias categorias, consulte Criar um modelo 
personalizado de previsão de texto.

• Para criar modelos de previsão de séries temporais, consulteCrie um modelo de previsão de séries 
temporais.

Note

Se você encontrar um erro durante a análise pós-criação que solicita que você aumente sua 
cota para instâncias ml.m5.2xlarge, consulte Solicitar um aumento de cota.

Criar um modelo personalizado de previsão numérica ou categórica

Os modelos de previsão numérica e categórica são compatíveis com as Criações rápidas e as
Criações padrão.

Para criar um modelo de previsão numérica ou categórica, use o procedimento a seguir:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Meus modelos.

3. Escolha Novo modelo.

4. Na caixa de diálogo Criar novo modelo, faça o seguinte:

a. Insira um nome no campo Nome do modelo.

b. Selecione o tipo de problema de análise preditiva.

c. Escolha Criar.

5. Em Selecionar conjunto de dados, selecione seu conjunto de dados na lista de conjuntos de 
dados. Se você ainda não importou seus dados, escolha Importar para ser direcionado pelo 
fluxo de trabalho de importação de dados.

6. Quando estiver pronto para começar a criar seu modelo, escolha Selecionar conjunto de dados.

7. Na guia Criar, na lista suspensa da Coluna de destino, selecione o destino do modelo que você 
gostaria de prever.

8. Para o Tipo de modelo, o Canvas detecta automaticamente o tipo de problema para você. Se 
você quiser alterar o tipo ou definir configurações avançadas do modelo, escolha Configurar 
modelo.
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Quando a caixa de diálogo Configurar modelo for aberta, faça o seguinte:

a. Em Tipo de modelo, escolha o tipo de modelo que você deseja criar.

b. Depois de escolher o tipo de modelo, há configurações avançadas adicionais. Para obter 
mais informações sobre cada uma das configurações avançadas, consulteConfigurações 
avançadas de construção de modelos. Para definir as configurações avançadas, faça o 
seguinte:

i. (Opcional) No menu suspenso Métrica objetiva, selecione a métrica que você deseja 
que o Canvas otimize ao criar seu modelo. Se você não selecionar uma métrica, o 
Canvas escolherá uma para você por padrão. Para obter descrições das métricas 
disponíveis, consulteReferência de métricas.

ii. Para o método de treinamento, escolha o modo Auto, Ensemble ou Otimização de 
hiperparâmetros (HPO).

iii. Em Algoritmos, selecione os algoritmos que você deseja incluir para criar candidatos a 
modelos.

iv. Em Divisão de dados, especifique em porcentagens como você deseja dividir seus 
dados entre o conjunto de treinamento e o conjunto de validação. O conjunto de 
treinamento é usado para criar o modelo, enquanto o conjunto de validação é usado 
para testar a precisão dos candidatos ao modelo.

v. Para candidatos máximos e tempo de execução, faça o seguinte:

A. Defina o valor máximo de candidatos ou o número máximo de candidatos a 
modelos que o Canvas pode gerar. Observe que o número máximo de candidatos
está disponível apenas no modo HPO.

B. Defina os valores de hora e minuto para o tempo máximo de execução do trabalho
ou a quantidade máxima de tempo que o Canvas pode gastar construindo seu 
modelo. Após o tempo máximo, o Canvas para de construir e seleciona o melhor 
candidato a modelo.

c. Depois de definir as configurações avançadas, escolha Salvar.

9. Marque ou desmarque colunas em seus dados para incluí-las ou eliminá-las da sua criação.
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Note

Se você fizer previsões em lote com seu modelo após a criação, o Canvas adicionará 
colunas descartadas aos resultados da previsão. No entanto, o Canvas não adicionará 
as colunas eliminadas às suas previsões em lote para modelos de séries temporais.

10. (Opcional) Use as ferramentas de visualização e análise que o Canvas fornece para visualizar 
seus dados e determinar quais atributos você deseja incluir em seu modelo. Para obter mais 
informações, consulte Explorar e analisar seus dados.

11. (Opcional) Use transformações de dados para limpar, transformar e preparar seus dados 
para a criação de modelos. Para obter mais informações, consulte Preparar seus dados com 
transformações avançadas. Você pode visualizar e remover suas transformações escolhendo
Fórmula de modelo para abrir o painel lateral Fórmula de modelo.

12. (Opcional) Para atributos adicionais, como visualizar a precisão do seu modelo, validar seu 
conjunto de dados e alterar o tamanho da amostra aleatória que o Canvas coleta do seu 
conjunto de dados, consulte Visualizar seu modelo.

13. Depois de analisar seus dados e fazer qualquer alteração em seu conjunto de dados, escolha
Criação rápida ou Criação padrão para começar a criar seu modelo. A captura de tela a seguir 
mostra a página de Criação e as opções de Criação rápida e Criação padrão.
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Depois que seu modelo começar a ser criado, você poderá sair da página. Quando o modelo 
aparecer como Pronto na página Meus modelos, ele estará pronto para análise e previsões.

Criar um modelo personalizado de previsão de imagem

Os modelos de previsão de imagem de rótulo único são compatíveis com as Criações rápidas e as
Criações padrão.

Para criar um modelo de previsão de imagem de rótulo único, use o procedimento a seguir:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Meus modelos.

3. Escolha Novo modelo.

4. Na caixa de diálogo Criar novo modelo, faça o seguinte:

a. Insira um nome no campo Nome do modelo.

b. Selecione o tipo de problema de análise de imagem.

c. Escolha Criar.

5. Em Selecionar conjunto de dados, selecione seu conjunto de dados na lista de conjuntos de 
dados. Se você ainda não importou seus dados, escolha Importar para ser direcionado pelo 
fluxo de trabalho de importação de dados.

6. Quando estiver pronto para começar a criar seu modelo, escolha Selecionar conjunto de dados.

7. Na guia Criar, é possível ver a Distribuição de rótulos para as imagens em seu conjunto de 
dados. O Tipo de modelo está definido como Predição de imagem de rótulo único.

8. Nessa página, você pode visualizar suas imagens e editar o conjunto de dados. Se você tiver 
alguma imagem sem rótulo, escolha Editar conjunto de dados e Atribuir rótulos a imagens não 
rotuladas. Você também pode realizar outras tarefas junto com Editar um conjunto de dados de 
imagem, como renomear rótulos e adicionar imagens ao conjunto de dados.

9. Depois de analisar seus dados e fazer qualquer alteração em seu conjunto de dados, escolha
Criação rápida ou Criação padrão para começar a criar seu modelo. A captura de tela a seguir 
mostra a página de Criação de um modelo de previsão de imagem que está pronto para ser 
criado.
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Depois que seu modelo começar a ser criado, você poderá sair da página. Quando o modelo 
aparecer como Pronto na página Meus modelos, ele estará pronto para análise e previsões.

Criar um modelo personalizado de previsão de texto

Os modelos de previsão numérica e de várias categorias são compatíveis com as Criações rápidas e 
as Criações padrão.

Para criar um modelo de previsão de texto, use o procedimento a seguir:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Meus modelos.

3. Escolha Novo modelo.

4. Na caixa de diálogo Criar novo modelo, faça o seguinte:

a. Insira um nome no campo Nome do modelo.

b. Selecione o tipo de problema de Análise de texto.

c. Escolha Criar.

5. Em Selecionar conjunto de dados, selecione seu conjunto de dados na lista de conjuntos de 
dados. Se você ainda não importou seus dados, escolha Importar para ser direcionado pelo 
fluxo de trabalho de importação de dados.
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6. Quando estiver pronto para começar a criar seu modelo, escolha Selecionar conjunto de dados.

7. Na guia Criar, na lista suspensa da Coluna de destino, selecione o destino do modelo que você 
gostaria de prever. A coluna de destino deve ter um tipo de dados binário ou categórico e deve 
haver pelo menos 25 entradas (ou linhas de dados) para cada rótulo exclusivo na coluna de 
destino.

8. Em Tipo de modelo, confirme se o tipo de modelo está automaticamente definido como Previsão 
de texto de várias categorias.

9. Para a coluna de treinamento, selecione sua coluna de origem de dados de texto. Essa deve ser 
a coluna que contém o texto que você deseja analisar.

10. Escolha Criação rápida ou Criação padrão para começar a criar seu modelo. A captura de tela a 
seguir mostra a página de Criação de um modelo de previsão de texto que está pronto para ser 
criado.

Depois que seu modelo começar a ser criado, você poderá sair da página. Quando o modelo 
aparecer como Pronto na página Meus modelos, ele estará pronto para análise e previsões.

Crie um modelo de previsão de séries temporais

Os modelos de previsão de séries temporais oferecem suporte às compilações Quick e Standard.

Para criar um modelo de previsão de séries temporais, use o procedimento a seguir:
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1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, selecione Meus modelos.

3. Escolha Novo modelo.

4. Na caixa de diálogo Criar novo modelo, faça o seguinte:

a. Insira um nome no campo Nome do modelo.

b. Selecione o tipo de problema de previsão de séries temporais.

c. Escolha Criar.

5. Em Selecionar conjunto de dados, selecione seu conjunto de dados na lista de conjuntos de 
dados. Se você ainda não importou seus dados, escolha Importar para ser direcionado pelo 
fluxo de trabalho de importação de dados.

6. Quando estiver pronto para começar a criar seu modelo, escolha Selecionar conjunto de dados.

7. Na guia Criar, na lista suspensa da Coluna de destino, selecione o destino do modelo que você 
gostaria de prever.

8. Para o Tipo de modelo, o Canvas detecta automaticamente o tipo de problema para você. Se 
você quiser alterar o tipo ou definir configurações avançadas do modelo, escolha Configurar 
modelo.

Quando a caixa de diálogo Configurar modelo for aberta, faça o seguinte:

a. Em Tipo de modelo, escolha o tipo de modelo que você deseja criar.

b. Para configuração de séries temporais, especifique os seguintes valores:

i. No menu suspenso da coluna ID do item, escolha uma coluna em seu conjunto de 
dados que identifique cada linha de forma exclusiva.

ii. (Opcional) No menu suspenso Agrupar coluna, escolha uma coluna categórica que 
você deseja usar para agrupar seus valores de previsão.

iii. No menu suspenso Coluna de carimbo de data e hora, selecione a coluna com 
carimbos de data e hora (no formato de data e hora). Para obter mais informações 
sobre os formatos de data e hora aceitos, consultePrevisões de séries temporais no 
Amazon Canvas SageMaker .

iv. No campo Duração da previsão, insira o período de tempo para o qual você deseja 
prever valores.

v. (Opcional) Ative a opção Usar agenda de feriados para selecionar uma agenda de 
feriados de vários países.
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vi. Escolha Salvar.

c. Depois de definir suas configurações de série temporal, há configurações avançadas
adicionais. Para obter mais informações sobre cada uma das configurações avançadas, 
consulteConfigurações avançadas de construção de modelos. Para definir as configurações 
avançadas, faça o seguinte:

i. (Opcional) No menu suspenso Métrica objetiva, selecione a métrica que você deseja 
que o Canvas otimize ao criar seu modelo. Se você não selecionar uma métrica, o 
Canvas escolherá uma para você por padrão. Para obter descrições das métricas 
disponíveis, consulteReferência de métricas.

ii. Para quantis de previsão, insira até 5 valores quantis separados por vírgula para 
especificar os limites superior e inferior da sua previsão.

iii. Em Freqüência de previsão, especifique o seguinte:

A. Em Frequência, insira uma Unidade e um Valor para especificar a frequência dos 
valores previstos.

B. Para Agregação, selecione um método de agregação para como o Canvas lida 
com dados que não se ajustam à frequência.

iv. Para o tempo máximo de execução do trabalho, defina valores de hora e minuto para a 
quantidade máxima de tempo que o Canvas pode gastar construindo seu modelo. Após 
o tempo máximo, o Canvas para de construir e seleciona o melhor candidato a modelo.

d. Depois de definir as configurações avançadas, escolha Salvar.

9. Marque ou desmarque colunas em seus dados para incluí-las ou eliminá-las da sua criação.

Note

Se você fizer previsões em lote com seu modelo após a criação, o Canvas adicionará 
colunas descartadas aos resultados da previsão. No entanto, o Canvas não adicionará 
as colunas eliminadas às suas previsões em lote para modelos de séries temporais.

10. (Opcional) Use as ferramentas de visualização e análise que o Canvas fornece para visualizar 
seus dados e determinar quais atributos você deseja incluir em seu modelo. Para obter mais 
informações, consulte Explorar e analisar seus dados.

11. (Opcional) Use transformações de dados para limpar, transformar e preparar seus dados 
para a criação de modelos. Para obter mais informações, consulte Preparar seus dados com 
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transformações avançadas. Você pode visualizar e remover suas transformações escolhendo
Fórmula de modelo para abrir o painel lateral Fórmula de modelo.

12. (Opcional) Para atributos adicionais, como visualizar a precisão do seu modelo, validar seu 
conjunto de dados e alterar o tamanho da amostra aleatória que o Canvas coleta do seu 
conjunto de dados, consulte Visualizar seu modelo.

13. Depois de analisar seus dados e fazer qualquer alteração em seu conjunto de dados, escolha
Criação rápida ou Criação padrão para começar a criar seu modelo.

Depois que seu modelo começar a ser criado, você poderá sair da página. Quando o modelo 
aparecer como Pronto na página Meus modelos, ele estará pronto para análise e previsões.

Configurações avançadas de construção de modelos

O Amazon SageMaker Canvas oferece suporte a várias configurações avançadas que você pode 
configurar ao criar um modelo. A página a seguir lista todas as configurações avançadas junto com 
informações adicionais sobre suas opções e configurações.

Note

Atualmente, as configurações avançadas a seguir são suportadas somente para tipos de 
modelos de previsão numéricos, categóricos e de séries temporais.

Configurações avançadas do modelo de predição numérica e categórica

O Canvas suporta as seguintes configurações avançadas para tipos de modelos de predição 
numéricos e categóricos.

Métrica objetiva

A métrica objetivo é a métrica que você deseja que o Canvas otimize ao criar seu modelo. Se você 
não selecionar uma métrica, o Canvas escolherá uma para você por padrão. Para obter descrições 
das métricas disponíveis, consulte Referência de métricas o.

Método de treinamento

O Canvas pode selecionar automaticamente o método de treinamento com base no tamanho do 
conjunto de dados, ou você pode selecioná-lo manualmente. Os seguintes métodos de treinamento 
estão disponíveis para você escolher:
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• Ensembling — SageMaker aproveita a AutoGluon biblioteca para treinar vários modelos básicos. 
Para encontrar a melhor combinação para seu conjunto de dados, o modo conjunto executa de 
5 a 10 ensaios com diferentes configurações de modelo e meta-parâmetros. Em seguida, esses 
modelos são combinados usando um método de conjunto de empilhamento para criar um modelo 
preditivo ideal. Para obter uma lista de algoritmos compatíveis com o modo de conjunto para 
dados tabulares, consulte a seção a seguir. Algoritmos

• Otimização de hiperparâmetros (HPO) — SageMaker encontra a melhor versão de um modelo 
ajustando hiperparâmetros usando otimização bayesiana ou otimização multifidelidade enquanto 
executa trabalhos de treinamento em seu conjunto de dados. O modo HPO seleciona os 
algoritmos mais relevantes para seu conjunto de dados e seleciona a melhor variedade de 
hiperparâmetros para ajustar seus modelos. Para ajustar seus modelos, o modo HPO executa 
até 100 testes (padrão) para encontrar as configurações ideais de hiperparâmetros dentro da 
faixa selecionada. Se o tamanho do conjunto de dados for menor que 100 MB, SageMaker use 
a otimização bayesiana. SageMaker escolhe a otimização de multifidelidade se seu conjunto de 
dados for maior que 100 MB.

Para obter uma lista de algoritmos compatíveis com o modo HPO para dados tabulares, consulte a 
seção a seguirAlgoritmos.

• Automático — escolhe SageMaker automaticamente o modo de agrupamento ou o modo HPO 
com base no tamanho do seu conjunto de dados. Se seu conjunto de dados for maior que 100 MB, 
SageMaker escolha o modo HPO. Caso contrário, ele escolhe o modo de agrupamento.

Algoritmos

No modo Ensembling, o Canvas suporta os seguintes algoritmos de aprendizado de máquina:

• LightGBM – Uma estrutura otimizada que usa algoritmos baseados em árvore com aumento de 
gradiente. Esse algoritmo usa árvores que crescem em largura, em vez de profundidade, e é 
altamente otimizado para velocidade.

• CatBoost— Uma estrutura que usa algoritmos baseados em árvore com aumento de gradiente. 
Otimizado para lidar com variáveis categóricas.

• XGBoost – Uma estrutura que usa algoritmos baseados em árvore com aumento de gradiente que 
cresce em profundidade, em vez de amplitude.

• Random Forest – Um algoritmo baseado em árvore que usa várias árvores de decisão em 
subamostras aleatórias dos dados com substituição. As árvores são divididas em nós ideais em 
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cada nível. As decisões de cada árvore são calculadas em conjunto para evitar ajustes excessivos 
e melhorar as previsões.

• Árvores extras – Um algoritmo baseado em árvore que usa várias árvores de decisão em todo o 
conjunto de dados. As árvores são divididas aleatoriamente em cada nível. As decisões de cada 
árvore são calculadas para evitar ajustes excessivos e melhorar as previsões. Árvores extras 
adicionam um grau de randomização em comparação com o algoritmo de floresta aleatória.

• Modelos lineares – Uma estrutura que usa uma equação linear para modelar a relação entre duas 
variáveis nos dados observados.

• Tocha de rede neural – Um modelo de rede neural implementado usando Pytorch.

• Rede neural fast.ai – Um modelo de rede neural implementado usando fast.ai.

No modo HPO, o Canvas oferece suporte aos seguintes algoritmos de aprendizado de máquina:

• XGBoost – O aprendizado supervisionado é um algoritmo que tenta prever com precisão uma 
variável de destino. Para isso, combina um grupo de estimativas de um conjunto de modelos mais 
simples e mais fracos.

• Algoritmo de aprendizado profundo – Um perceptron multicamada (MLP) e uma rede neural 
artificial de feedback. Esse algoritmo pode lidar com dados que não são linearmente separáveis.

Divisão de dados

Você tem a opção de especificar como deseja dividir seu conjunto de dados entre o conjunto de 
treinamento (a parte do seu conjunto de dados usada para criar o modelo) e o conjunto de validação 
(a parte do seu conjunto de dados usada para verificar a precisão do modelo). Por exemplo, uma 
taxa de divisão comum é 80% de treinamento e 20% de validação, em que 80% dos seus dados 
são usados para criar o modelo, enquanto 20% são salvos para medir o desempenho do modelo. 
Se você não especificar uma proporção personalizada, o Canvas dividirá seu conjunto de dados 
automaticamente.

Número máximo de candidatos

Note

Esse recurso só está disponível no modo de treinamento HPO.
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Você pode especificar o número máximo de candidatos a modelos que o Canvas gera ao construir 
seu modelo. Recomendamos que você use o número padrão de candidatos, que é 100, para criar os 
modelos mais precisos. O número máximo que você pode especificar é 250. Diminuir o número de 
candidatos a modelos pode afetar a precisão do seu modelo.

Tempo máximo de execução do trabalho

Você pode especificar o tempo máximo de execução do trabalho ou a quantidade máxima de tempo 
que o Canvas gasta construindo seu modelo. Após o limite de tempo, o Canvas para de construir e 
seleciona o melhor candidato a modelo.

O tempo máximo que você pode especificar é de 720 horas. É altamente recomendável que você 
mantenha o tempo máximo de execução do trabalho superior a 30 minutos para garantir que o 
Canvas tenha tempo suficiente para gerar candidatos a modelos e concluir a construção do seu 
modelo.

Configurações avançadas do modelo de previsão de séries temporais

Para modelos de previsão de séries temporais, o Canvas suporta as seguintes métricas listadas na 
seção anterior:

• Métrica objetiva

• Algoritmos

• Tempo máximo de execução do trabalho

Os modelos de previsão de séries temporais também oferecem suporte às seguintes configurações 
avançadas:

Agregação

Se você definir a frequência de previsão menor que a frequência dos seus dados gravados, o 
Canvas agregará quaisquer pontos de dados que não correspondam à nova frequência. Por 
exemplo, se você tem pontos de dados diários, mas gostaria de fazer uma previsão semanal, você 
pode definir a frequência como semanal e, em seguida, o Canvas combina todos os pontos de dados 
diários de cada semana em um único registro. A agregação só é suportada para a coluna de destino, 
e os valores da coluna devem estar no formato de data e hora.

O método de agregação padrão é para sum os valores dos pontos de dados agregados, mas você 
também pode definir o método de agregação da seguinte forma:
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• avg— O Canvas define o valor do registro como a média de todos os pontos de dados agregados.

• first— O Canvas define o valor do registro como o primeiro valor dos pontos de dados 
agregados.

• min— O Canvas define o valor do registro para o valor mínimo encontrado nos pontos de dados 
agregados.

• max— O Canvas define o valor do registro para o valor máximo encontrado nos pontos de dados 
agregados.

Quantiles de previsão

Para previsão de séries temporais, SageMaker treine 6 candidatos modelo com sua série temporal 
alvo. Em seguida, SageMaker combina esses modelos usando um método de conjunto de 
empilhamento para criar um modelo de previsão ideal para uma determinada métrica objetiva. Cada 
modelo de previsão gera uma previsão probabilística produzindo previsões em quantis entre P1 e 
P99. Esses quantis são usados para contabilizar a incerteza da previsão. Por padrão, as previsões 
são geradas para 0,1 (p10), 0,5 (p50) e 0,9 (p90). Você pode escolher especificar até cinco de seus 
próprios quantis de 0,01 (p1) a 0,99 (p99), por incrementos de 0,01 ou mais.

Visualizar seu modelo

Note

As funcionalidades a seguir estão disponíveis somente para modelos personalizados criados 
com conjuntos de dados tabulares. Modelos de previsão de texto de várias categorias 
também são excluídos.

SageMaker O Canvas fornece ferramentas para visualizar seu modelo e validar dados antes de 
começar a criar. As funcionalidades a seguir incluem a visualização prévia da precisão do modelo, a 
validação do conjunto de dados para evitar problemas ao criar o modelo e a alteração do tamanho 
da amostra aleatória do modelo.

Visualização prévia de um modelo

Com o Amazon SageMaker Canvas, você pode obter insights dos seus dados antes de criar um 
modelo escolhendo o modelo Preview. Por exemplo, você pode ver como os dados em cada coluna 
são distribuídos. Para modelos criados usando dados categóricos, você também pode escolher
Modelo de visualização para gerar uma previsão de Precisão estimada de quão bem o modelo 
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pode analisar seus dados. A precisão de uma Criação rápida ou Criação padrão representa o 
desempenho do modelo em dados reais e geralmente é maior do que a Precisão estimada.

O Amazon SageMaker Canvas processa automaticamente os valores ausentes em seu conjunto de 
dados enquanto constrói o modelo. Ele infere os valores ausentes usando valores adjacentes que 
estão presentes no conjunto de dados.

Validar dados

Antes de criar seu modelo, o SageMaker Canvas verifica seu conjunto de dados em busca de 
problemas que farão com que sua construção falhe. Se o SageMaker Canvas encontrar algum 
problema, ele o avisará na página Build antes de você tentar criar um modelo.

Você pode escolher Validar dados para obter uma lista dos problemas com seu conjunto de dados. 
Em seguida, você pode usar os recursos de preparação de dados do SageMaker Canvas, ou suas 
próprias ferramentas, para corrigir seu conjunto de dados antes de iniciar uma construção. Se você 
não corrigir os problemas com seu conjunto de dados, sua criação falhará.

Se você fizer alterações em seu conjunto de dados para corrigir os problemas, você terá a opção de 
revalidar seu conjunto de dados antes de tentar uma criação. Recomendamos revalidar seu conjunto 
de dados antes de criar.

A tabela a seguir mostra os problemas que o SageMaker Canvas verifica em seu conjunto de dados 
e como resolvê-los.
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Problema Resolução

Tipo de modelo errado para seus dados Experimente outro tipo de modelo ou use um 
conjunto de dados diferente.

Valores ausentes na sua coluna de destino Substitua os valores ausentes, elimine as 
linhas com valores ausentes ou use um 
conjunto de dados diferente.

Muitos rótulos exclusivos em sua coluna de 
destino

Verifique se você usou a coluna correta para 
sua coluna de destino ou use um conjunto de 
dados diferente.

Muitos valores não numéricos em sua coluna 
de destino

Escolha uma coluna de destino diferente, 
selecione outro tipo de modelo ou use um 
conjunto de dados diferente.

Um ou mais nomes de coluna contêm 
sublinhados duplos

Renomeie as colunas para remover sublinhad 
os duplos e tente novamente.

Nenhuma das linhas no seu conjunto de dados 
está completa

Substitua os valores ausentes ou use um 
conjunto de dados diferente.

Muitos rótulos exclusivos para o número de 
linhas em seus dados

Verifique se você está usando a coluna de 
destino correta, aumente o número de linhas 
no seu conjunto de dados, consolide rótulos 
semelhantes ou use um conjunto de dados 
diferente.

Amostra aleatória

SageMaker O Canvas usa o método de amostragem aleatória para amostrar seu conjunto de dados. 
O método de amostra aleatória significa que cada linha tem a mesma chance de ser escolhida para 
a amostra. Você pode escolher uma coluna na visualização prévia para obter estatísticas resumidas 
para a amostra aleatória, como a média e o modo.

Por padrão, o SageMaker Canvas usa um tamanho de amostra aleatório de 20.000 linhas do seu 
conjunto de dados para conjuntos de dados com mais de 20.000 linhas. Para conjuntos de dados 

Usar modelos personalizados 982



Amazon SageMaker Guia do Desenvolvedor

menores que 20.000 linhas, o tamanho padrão da amostra será o número de linhas no seu conjunto 
de dados. Você pode aumentar ou diminuir o tamanho da amostra escolhendo Amostra aleatória na 
guia Criar do aplicativo SageMaker Canvas. Você pode usar o controle deslizante para selecionar o 
tamanho da amostra desejada e, em seguida, escolher Atualizar para alterar o tamanho da amostra. 
O tamanho máximo da amostra que você pode escolher para um conjunto de dados é de 40.000 
linhas e o tamanho mínimo da amostra é de 500 linhas. Se você escolher uma amostra grande, a 
visualização prévia do conjunto de dados e as estatísticas resumidas podem levar alguns minutos 
para serem recarregadas.

A página de Criação mostra uma visualização prévia de 100 linhas do seu conjunto de dados. Se o 
tamanho da amostra for do mesmo tamanho do seu conjunto de dados, a visualização prévia usará 
as primeiras 100 linhas do seu conjunto de dados. Caso contrário, a visualização prévia usa as 
primeiras 100 linhas da amostra aleatória.

Editar um conjunto de dados de imagem

No Amazon SageMaker Canvas, você pode editar seus conjuntos de dados de imagens e revisar 
suas etiquetas antes de criar um modelo. É possível realizar tarefas como atribuir rótulos a imagens 
não rotuladas ou adicionar mais imagens ao conjunto de dados. Todas essas tarefas podem ser 
realizadas no aplicativo Canvas, que fornece um único local para modificar seu conjunto de dados e 
criar um modelo.

Note

Antes de criar um modelo, você deve atribuir rótulos a todas as imagens no seu conjunto 
de dados. Além disso, você deve ter pelo menos 25 imagens por rótulo e no mínimo 
dois rótulos. Para obter mais informações sobre como atribuir rótulos, consulte a seção 
desta página chamada Atribuir rótulos a imagens não rotuladas. Se você não conseguir 
determinar um rótulo para uma imagem, exclua-a do seu conjunto de dados. Para obter mais 
informações sobre a exclusão de imagens, consulte a seção da página Adicionar ou excluir 
imagens do conjunto de dados.

Para começar a editar seu conjunto de dados de imagem, você deve estar na guia Criar ao criar seu 
modelo de previsão de imagem de rótulo único.

Uma nova página é aberta, mostrando as imagens em seu conjunto de dados junto com seus rótulos. 
Esta página categoriza seu conjunto de dados de imagens em Total de imagens, Imagens rotuladas
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e Imagens não rotuladas. Você também pode revisar o guia de preparação do conjunto de dados
para consultar as melhores práticas na criação de um modelo de previsão de imagem mais preciso.

A captura de tela a seguir mostra a página de edição do seu conjunto de dados de imagens.

Nesta página, você pode executar as seguintes ações.

Visualizar as propriedades de cada imagem (rótulo, tamanho, dimensões)

Para visualizar uma imagem individual, você pode procurá-la pelo nome do arquivo na barra de 
pesquisa. Em seguida, escolha a imagem para abrir a visualização completa. Você pode visualizar 
as propriedades da imagem e reatribuir o rótulo da imagem. Escolha Salvar ao terminar de visualizar 
a imagem.

Adicionar, renomear ou excluir rótulos no conjunto de dados

O Canvas lista os rótulos do conjunto de dados no painel de navegação à esquerda. Você pode 
adicionar novos rótulos ao conjunto de dados inserindo um rótulo no campo de texto Adicionar rótulo.

Para renomear ou excluir um rótulo do seu conjunto de dados, escolha o ícone Mais opções
( ) 
ao lado do rótulo e selecione Renomear ou Excluir. Se você renomear o rótulo, poderá inserir o 
novo nome do rótulo e escolher Confirmar. Se você excluir o rótulo, ele será removido de todas as 
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imagens em seu conjunto de dados que tenham esse rótulo. Todas as imagens com esse rótulo se 
tornarão não rotuladas.

Atribuir rótulos a imagens não rotuladas

Para visualizar as imagens não rotuladas em seu conjunto de dados, escolha Não rotulada no 
painel de navegação à esquerda. Selecione cada imagem, abra o rótulo intitulado Não rotulada e 
selecione um rótulo a ser atribuído à imagem na lista suspensa. Você também pode selecionar mais 
de uma imagem e realizar essa ação, e todas as imagens selecionadas receberão o rótulo que você 
escolheu.

Reatribuir rótulos às imagens

Você pode reatribuir rótulos às imagens selecionando a imagem (ou várias imagens ao mesmo 
tempo) e abrindo a lista suspensa intitulada com o rótulo atual. Selecione o rótulo desejado e a 
imagem ou imagens serão atualizadas com o novo rótulo.

Classificar suas imagens por rótulo

Você pode visualizar todas as imagens de um determinado rótulo escolhendo o rótulo no painel de 
navegação à esquerda.

Adicionar ou excluir imagens do conjunto de dados

Você pode adicionar mais imagens ao seu conjunto de dados escolhendo Adicionar imagens no 
painel de navegação superior. Você será direcionado para o fluxo de trabalho para importar mais 
imagens. As imagens que você importar serão adicionadas ao seu conjunto de dados existente.

Você pode excluir imagens do seu conjunto de dados selecionando-as e escolhendo Excluir no 
painel de navegação superior.

Note

Depois de fazer qualquer alteração no seu conjunto de dados, escolha Salvar conjunto de 
dados para garantir que você não perca suas alterações.
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Explorar e analisar seus dados

Note

Você só pode usar visualizações e análises do SageMaker Canvas para modelos criados em 
conjuntos de dados tabulares. Modelos de previsão de texto de várias categorias também 
são excluídos.

No Amazon SageMaker Canvas, você pode explorar as variáveis em seu conjunto de dados usando 
visualizações e análises. SageMaker O Canvas oferece a capacidade de criar visualizações e 
análises no aplicativo. Você pode usar essas explorações para descobrir relações entre suas 
variáveis antes de criar seu modelo.

Para obter mais informações sobre técnicas de visualização no Canvas, consulte Explorar dados 
usando técnicas de visualização.

Para obter mais informações sobre análises no Canvas, consulte Explorar seus dados usando a 
análise.

Explorar dados usando técnicas de visualização

Note

Você só pode usar visualizações do SageMaker Canvas para modelos criados em conjuntos 
de dados tabulares. Modelos de previsão de texto de várias categorias também são 
excluídos.

Com o Amazon SageMaker Canvas, você pode explorar e visualizar seus dados para obter insights 
avançados sobre seus dados antes de criar seus modelos de ML. Você pode visualizar usando 
gráficos de dispersão, gráficos de barras e gráficos de caixa, que podem ajudá-lo a entender seus 
dados e descobrir as relações entre os atributos que podem afetar a precisão do modelo.

Na guia Criar do aplicativo SageMaker Canvas, escolha Visualizador de dados para começar a criar 
suas visualizações.

Você pode alterar o tamanho da amostra de visualização para ajustar o tamanho da amostra 
aleatória retirada do seu conjunto de dados. Um tamanho de amostra muito grande pode afetar 
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o desempenho das suas visualizações de dados, por isso recomendamos que você escolha um 
tamanho de amostra adequado. Para alterar o tamanho da amostra, use o procedimento a seguir.

1. Escolha Amostra de visualização.

2. Use o controle deslizante para selecionar o tamanho de amostra desejado.

3. Escolha Atualizar para confirmar a alteração no tamanho da amostra.

Note

Certas técnicas de visualização exigem colunas de um tipo de dados específico. Por 
exemplo, você só pode usar colunas numéricas para os eixos x e y dos gráficos de 
dispersão.

Gráfico de dispersão

Para criar um gráfico de dispersão com seu conjunto de dados, escolha Gráfico de dispersão no 
painel de Visualização. Em seguida, você pode escolher os atributos que deseja traçar nos eixos x 
e y na seção Colunas. Você pode arrastar e soltar as colunas nos eixos ou, depois que um eixo for 
solto, você pode escolher uma coluna na lista de colunas compatíveis.

Você pode usar Colorir por para colorir os pontos de dados no gráfico com um terceiro atributo. Você 
também pode usar Agrupar por para agrupar os dados em gráficos separados com base em um 
quarto atributo.

A imagem a seguir mostra um gráfico de dispersão que usa Colorir por e Agrupar por. Neste 
exemplo, cada ponto de dados é colorido pelo atributo MaritalStatus, e o agrupamento pelo 
atributo Department resulta em um gráfico de dispersão para os pontos de dados de cada 
departamento.
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Gráfico de barras

Para criar um gráfico de barras com seu conjunto de dados, escolha Gráfico de barras no painel 
de Visualização. Em seguida, você pode escolher os atributos que deseja traçar nos eixos x e y na 
seção Colunas. Você pode arrastar e soltar as colunas nos eixos ou, depois que um eixo for solto, 
você pode escolher uma coluna na lista de colunas compatíveis.

Você pode usar Agrupar por para agrupar o gráfico de barras por um terceiro atributo. Você pode 
usar Empilhar por para sombrear verticalmente cada barra com base nos valores exclusivos de um 
quarto atributo.

A imagem a seguir mostra um gráfico de barras que usa Agrupar por e Empilhar por. Neste exemplo, 
o gráfico de barras é agrupado pelo atributo MaritalStatus e empilhado pelo atributo JobLevel. 
Para cada JobRole no eixo x, há uma barra separada para as categorias exclusivas no atributo
MaritalStatus, e cada barra é empilhada verticalmente pelo atributo JobLevel.
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Gráfico de caixa

Para criar um gráfico de caixa com seu conjunto de dados, escolha Gráfico de caixa no painel de
Visualização. Em seguida, você pode escolher os atributos que deseja traçar nos eixos x e y na 
seção Colunas. Você pode arrastar e soltar as colunas nos eixos ou, depois que um eixo for solto, 
você pode escolher uma coluna na lista de colunas compatíveis.

Você pode usar Agrupar por para agrupar os gráficos de caixa por um terceiro atributo.

A imagem a seguir mostra um gráfico de caixa que usa Agrupar por. Neste exemplo, os eixos x e y 
mostram JobLevel eJobSatisfaction, respectivamente, e os gráficos de caixa coloridos são 
agrupados pelo atributo Department.

Usar modelos personalizados 989



Amazon SageMaker Guia do Desenvolvedor

Explorar seus dados usando a análise

Note

Você só pode usar a análise do SageMaker Canvas para modelos criados em conjuntos de 
dados tabulares. Modelos de previsão de texto de várias categorias também são excluídos.

Com a análise no Amazon SageMaker Canvas, você pode explorar seu conjunto de dados e obter 
informações sobre todas as suas variáveis antes de criar um modelo. Você pode determinar as 
relações entre os atributos em seu conjunto de dados usando matrizes de correlação. Você pode 
usar essa técnica para resumir seu conjunto de dados em uma matriz que mostra as correlações 
entre dois ou mais valores. Isso ajuda você a identificar e visualizar padrões em um determinado 
conjunto de dados para análise de dados avançada.

A matriz mostra a correlação entre cada atributo como positiva, negativa ou neutra. Você pode incluir 
atributos que tenham uma alta correlação entre si ao criar seu modelo. Atributos que têm pouca ou 
nenhuma correlação podem ser irrelevantes para seu modelo, e você pode descartar esses atributos 
ao criar seu modelo.

Para começar com matrizes de correlação no SageMaker Canvas, consulte a seção a seguir.
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Criar uma matriz de correlação

Você pode criar uma matriz de correlação ao se preparar para criar um modelo na guia Construir do 
aplicativo SageMaker Canvas.

Para obter instruções sobre como começar a criar um modelo, consulte Criar um modelo.

Depois de começar a preparar um modelo no aplicativo SageMaker Canvas, faça o seguinte:

1. Na guia Criar, escolha Visualizador de dados.

2. Em seguida, Análise.

3. Escolha Matriz de correlação.

Você deve obter uma visualização semelhante à captura de tela a seguir, que mostra até 15 colunas 
do conjunto de dados organizadas em uma matriz de correlação.

Depois de criar a matriz de correlação, você poderá personalizá-la fazendo o seguinte:

1. Escolha suas colunas

Em Colunas, você pode selecionar as colunas que deseja incluir na matriz. Você pode comparar até 
15 colunas do seu conjunto de dados.
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Note

Você pode usar tipos de coluna numérica, categórica ou binária para uma matriz de 
correlação. A matriz de correlação não é compatível com tipos de coluna de dados de data e 
hora nem de texto.

Para adicionar ou remover colunas da matriz de correlação, marque e desmarque as colunas no 
painel Colunas. Você também pode arrastar e soltar colunas do painel diretamente na matriz. Se seu 
conjunto de dados tiver muitas colunas, você poderá pesquisar as colunas desejadas na barra de
Pesquisar colunas.

Para filtrar as colunas por tipo de dados, escolha o menu suspenso e selecione Tudo, Numérico
ou Categórico. Selecionar Tudo mostra todas as colunas do seu conjunto de dados, enquanto 
os filtros Numérico e Categórico mostram apenas as colunas numéricas ou categóricas no seu 
conjunto de dados. Observe que os tipos de colunas binárias estão incluídos nos filtros numéricos ou 
categóricos.

Para obter as melhores informações de dados, inclua sua coluna de destino na matriz de correlação. 
Quando você inclui sua coluna de destino na matriz de correlação, ela aparece como o último 
atributo na matriz com um símbolo de destino.

2. Escolha seu tipo de correlação

SageMaker O Canvas suporta diferentes tipos de correlação ou métodos para calcular a correlação 
entre suas colunas.

Para alterar o tipo de correlação, use o filtro Colunas mencionado na seção anterior para filtrar o 
tipo de coluna e as colunas desejados. Você deve ver o Tipo de correlação no painel lateral. Para 
comparações numéricas, você tem a opção de selecionar Pearson ou Spearman. Para comparações 
categóricas, o tipo de correlação é definido como MI. Para comparações categóricas e mistas, o tipo 
de correlação é definido como Spearman e MI.

Para matrizes que comparam somente colunas numéricas, o tipo de correlação é Pearson ou 
Spearman. A medida Pearson avalia a relação linear entre duas variáveis contínuas. A medida 
Spearman avalia a relação monotônica entre duas variáveis. Tanto para Pearson quanto para 
Spearman, a escala de correlação varia de -1 a 1, com cada extremidade da escala indicando 
uma correlação perfeita (uma relação direta de 1:1) e 0 indicando nenhuma correlação. Você pode 
selecionar Pearson se seus dados tiverem mais relações lineares (conforme revelado por uma
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visualização do gráfico de dispersão). Se seus dados não forem lineares ou contiverem uma mistura 
de relações lineares e monotônicas, você pode selecionar Spearman.

Para matrizes que comparam somente colunas categóricas, o tipo de correlação é definido como 
Classificação de Informações Mútuas (MI). O valor da MI é uma medida da dependência mútua entre 
duas variáveis aleatórias. A medida da MI está em uma escala de 0 a 1, com 0 indicando nenhuma 
correlação e 1 indicando uma correlação perfeita.

Para matrizes que comparam uma mistura de colunas numéricas e categóricas, o tipo de correlação
Spearman & MI é uma combinação dos tipos de correlação Spearman e MI. Para correlações entre 
duas colunas numéricas, a matriz mostra o valor de Spearman. Para correlações entre uma coluna 
numérica e categórica ou duas colunas categóricas, a matriz mostra o valor MI.

Por fim, lembre-se de que a correlação não indica necessariamente causalidade. Um valor de 
correlação forte indica apenas que há um relacionamento entre duas variáveis, mas as variáveis 
podem não ter um relacionamento causal. Analise cuidadosamente suas colunas de interesse para 
evitar distorções ao compilar seu modelo.

3. Filtrar suas correlações

No painel lateral, você pode usar o recurso Filtrar correlações para filtrar o intervalo de valores de 
correlação que você deseja incluir na matriz. Por exemplo, se você quiser filtrar por recursos que 
têm apenas correlação positiva ou neutra, você pode configurar o Min como 0 e o Max como 1 (os 
valores válidos são -1 a 1).

Para comparações de Spearman e Pearson, você pode definir o intervalo de correlações de filtro em 
qualquer ponto entre de -1 a 1, com 0 significando que não há correlação. -1 e 1 significam que as 
variáveis têm uma forte correlação negativa ou positiva, respectivamente.

Para comparações de MI, o intervalo de correlação vai apenas de 0 a 1, com 0 significando que não 
há correlação e 1 significando que as variáveis têm uma forte correlação, positiva ou negativa.

Cada recurso tem uma correlação perfeita (1) consigo mesmo. Portanto, você pode notar que a linha 
superior da matriz de correlação é sempre 1. Se quiser excluir esses valores, você pode usar o filtro 
para configurar o Max menor que 1.

Tenha em mente que, se sua matriz comparar um mix de colunas numéricas e categóricas e 
usar o tipo de correlação Spearman & MI, as correlações categóricas x numéricas e categóricas 
x categóricas (que usam a medida MI) estão em uma escala de 0 a 1, enquanto as correlações
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numéricas x numéricas (que usam a medida de Spearman) estão em uma escala de -1 a 1. Revise 
cuidadosamente suas correlações de interesse para garantir que você conheça o tipo de correlação 
que está sendo usado para calcular cada valor.

4. Escolha o método de visualização

No painel lateral, você pode usar Visualizar por para alterar o método de visualização da matriz. 
Escolha o método de visualização Numérico para mostrar o valor da correlação (Pearson, Spearman 
ou MI), enquanto a escolha do método de visualização de Tamanho exibe a correlação com pontos 
de tamanhos e cores diferentes. Se você escolher Tamanho, poderá passar o mouse sobre um ponto 
específico na matriz para ver o valor real da correlação.

5. Escolha uma paleta de cores

No painel lateral, você pode usar a Seleção de cores para alterar a paleta de cores usada para 
a escala de correlação negativa para positiva na matriz. Selecione uma das paletas de cores 
alternativas para alterar as cores usadas na matriz.

Preparar dados com transformações avançadas

Note

Você só pode usar transformações avançadas para modelos criados em conjuntos de dados 
tabulares. Modelos de previsão de texto de várias categorias também são excluídos.

Seu conjunto de dados de machine learning pode exigir preparação de dados antes de você compilar 
seu modelo. Talvez você queira limpar seus dados devido a vários problemas, que podem incluir 
valores ausentes ou valores atípicos, e realizar engenharia de atributos para melhorar a precisão 
do seu modelo. O Amazon SageMaker Canvas fornece transformações de dados de ML com as 
quais você pode limpar, transformar e preparar seus dados para a criação de modelos. Você pode 
usar essas transformações em seus conjuntos de dados sem nenhum código. SageMaker O Canvas 
adiciona as transformações que você usa à receita do modelo, que é um registro da preparação de 
dados feita em seus dados antes de criar o modelo. Qualquer transformação de dados que você 
usa apenas modifica os dados de entrada para a compilação do modelo e não modifica sua fonte de 
dados original.

As seguintes transformações estão disponíveis no SageMaker Canvas para você preparar seus 
dados para a construção.
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Note

A pré-visualização do seu conjunto de dados mostra as primeiras 100 linhas do conjunto de 
dados. Se seu conjunto de dados tiver mais de 20.000 linhas, o Canvas pega uma amostra 
aleatória de 20.000 linhas e pré-visualiza as primeiras 100 linhas dessa amostra. Você só 
pode pesquisar e especificar valores das linhas pré-visualizadas e a funcionalidade de filtro 
somente filtra as linhas pré-visualizadas e não o conjunto de dados inteiro.

Destacar coluna

Você pode excluir uma coluna da construção do seu modelo soltando-a na guia Construir do 
aplicativo SageMaker Canvas. Desmarque a coluna que você deseja descartar e ela não será 
incluída ao compilar o modelo.

Note

Se você soltar colunas e depois fizer previsões em lote com seu modelo, o SageMaker 
Canvas adicionará as colunas descartadas de volta ao conjunto de dados de saída 
disponível para download. No entanto, o SageMaker Canvas não adiciona as colunas 
descartadas para modelos de séries temporais.

Filtrar linhas

A funcionalidade de filtro filtra as linhas pré-visualizadas (as primeiras 100 linhas do seu conjunto 
de dados) de acordo com as condições que você especificar. A filtragem de linhas cria uma pré-
visualização temporária dos dados e não afeta a compilação do modelo. Você pode filtrar para 
visualizar linhas que tenham valores ausentes, contenham valores atípicos ou atendam às condições 
personalizadas em uma coluna de sua escolha.

Filtrar linhas por valores ausentes

Valores ausentes são uma ocorrência comum em conjuntos de dados de machine learning. Se 
você tiver linhas com valores nulos ou vazios em determinadas colunas, talvez queira filtrar e pré-
visualizar essas linhas.

Para filtrar os valores ausentes dos dados pré-visualizados, faça o seguinte.
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1. Na guia Criar do aplicativo SageMaker Canvas, escolha Filtrar por linhas
( ).

2. Escolha a Coluna em que você deseja verificar se há valores ausentes.

3. Para a Operação, escolha Está ausente.

SageMaker O Canvas filtra as linhas que contêm valores ausentes na coluna que você selecionou e 
fornece uma visualização prévia das linhas filtradas.

Filtrar linhas por valores atípicos

Valores discrepantes, ou valores raros na distribuição e no alcance de seus dados, podem afetar 
negativamente a precisão do modelo e levar a tempos de construção mais longos. SageMaker O 
Canvas permite detectar e filtrar linhas que contêm valores discrepantes em colunas numéricas. 
Você pode escolher definir valores atípicos com desvios padrão ou com um intervalo personalizado.

Para filtrar valores atípicos em seus dados, faça o seguinte.

1. Na guia Criar do aplicativo SageMaker Canvas, escolha Filtrar por linhas
( ).

2. Escolha a Coluna em que você deseja verificar se há valores atípicos.

3. Para a Operação, escolha É valor atípico.

4. Configure o Intervalo de valores atípicos como Desvio padrão ou Intervalo personalizado.
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5. Se você escolher Desvio padrão, especifique um valor SD (desvio padrão) de 1–3. Se você 
escolher Intervalo personalizado, selecione Percentil ou Número e, em seguida, especifique os 
valores Mínimo e Máximo.

A opção Desvio padrão detecta e filtra valores atípicos em colunas numéricas usando a média e o 
desvio padrão. Você especifica o número de desvios padrão em que um valor deve variar da média 
para ser considerado um valor atípico. Por exemplo, se você especificar 3 para SD, um valor deve 
ter queda maior que 3 desvios padrão da média para ser considerado um valor atípico.

A opção de Intervalo personalizado detecta e filtra valores atípicos em colunas numéricas usando 
valores mínimos e máximos. Use esse método se você conhece seus valores limite que delimitam 
valores atípicos. Você pode definir o Tipo do intervalo como Percentil ou Número. Se você escolher
Percentil, os valores Mínimo e Máximo deverão ser o mínimo e o máximo do intervalo de percentis 
(0-100) que você deseja permitir. Se você escolher Número, os valores Mínimo e Máximo devem ser 
os valores numéricos mínimo e máximo que você deseja filtrar nos dados.

Filtrar linhas por valores personalizados

Você pode filtrar por linhas com valores que atendam às condições personalizadas. Por exemplo, 
talvez você queira pré-visualizar linhas com um valor de preço maior que 100 antes de removê-las. 
Com essa funcionalidade, você pode filtrar linhas que excedam o limite definido e pré-visualizar os 
dados filtrados.

Usar modelos personalizados 997



Amazon SageMaker Guia do Desenvolvedor

Para usar a funcionalidade de filtro personalizado, faça o seguinte.

1. Na guia Criar do aplicativo SageMaker Canvas, escolha Filtrar por linhas
( ).

2. Escolha a Coluna que você deseja verificar.

3. Selecione o tipo de Operação que você deseja usar e, em seguida, especifique os valores para 
a condição selecionada.

Para a Operação, escolha uma das opções a seguir. Observe que as operações disponíveis 
dependem do tipo de dados da coluna que você escolher. Por exemplo, não é possível criar uma 
operação is greater than para uma coluna contendo valores de texto.

Operation Tipos de dados 
compatíveis

Tipo de recurso 
suportado

Função

É igual a Numérico, Texto Binário, 
Categóricos

Filtra as linhas em que o valor na
Coluna é igual aos valores que você 
especifica.

Não é igual a Numérico, Texto Binário, 
Categóricos

Filtra linhas em que o valor na
Coluna não é igual aos valores que 
você especifica.

É menor que Numérico N/D Filtra linhas em que o valor na
Coluna é menor que o valor especific 
ado.

É menor que ou 
igual a

Numérico N/D Filtra linhas em que o valor em
Coluna é menor que ou igual ao valor 
especificado por você.

É maior que Numérico N/D Filtra as linhas em que o valor na
Coluna é maior do que o valor 
especificado por você.
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Operation Tipos de dados 
compatíveis

Tipo de recurso 
suportado

Função

É maior ou igual 
a

Numérico N/D Filtra linhas em que o valor na
Coluna é maior que ou igual ao valor 
especificado por você.

Está entre Numérico N/D Filtra linhas em que o valor na
Coluna está entre ou é igual a dois 
valores que você especifica.

Contém Texto Categóricos Filtra as linhas em que o valor na
Coluna contém valores que você 
especifica.

Inicia com Texto Categóricos Filtra as linhas em que o valor 
na Coluna começa com um valor 
especificado por você.

Termina com Categóricos Categóricos Filtra as linhas em que o valor 
na Coluna termina com um valor 
especificado por você.

Depois de definir a operação de filtro, o SageMaker Canvas atualiza a visualização do conjunto de 
dados para mostrar os dados filtrados.
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Funções e operadores

Você pode usar funções e operadores matemáticos para explorar e distribuir seus dados. Você pode 
usar as funções suportadas pelo SageMaker Canvas ou criar sua própria fórmula com seus dados 
existentes e criar uma nova coluna com o resultado da fórmula. Por exemplo, você pode adicionar os 
valores correspondentes de duas colunas e salvar o resultado em uma nova coluna.

Você pode agrupar instruções para criar funções mais complexas. Veja a seguir alguns exemplos de 
funções agrupadas que você pode usar.

• Para calcular o BMI, você pode usar a função weight / (height ^ 2).

• Para classificar as idades, você pode usar a função Case(age < 18, 'child', age < 65, 
'adult', 'senior').

Você pode especificar funções no estágio de preparação de dados antes de compilar seu modelo. 
Para usar uma função, faça o seguinte.

• Na guia Criar do aplicativo SageMaker Canvas, escolha Exibir tudo e, em seguida, escolha
Fórmula personalizada para abrir o painel Fórmula personalizada.

• No painel Fórmula personalizada, você pode escolher uma Fórmula para adicionar à sua Receita 
Modelo. Cada fórmula é aplicada a todos os valores nas colunas que você especificar. Para 
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fórmulas que aceitam duas ou mais colunas como argumentos, use colunas com tipos de dados 
correspondentes; caso contrário, você receberá um erro ou valores null na nova coluna.

• Depois de especificar uma fórmula, adicione um nome de coluna no campo Nome da nova coluna. 
SageMaker O Canvas usa esse nome para a nova coluna que é criada.

• (Opcional) Escolha Pré-Visualizar para ver sua transformação.

• Para adicionar a função à sua receita modelo, escolha Adicionar.

SageMaker O Canvas salva o resultado da sua função em uma nova coluna usando o nome que 
você especificou em Nome da nova coluna. Você pode visualizar ou remover funções do painel
Receita modelo.

SageMaker O Canvas suporta os seguintes operadores para funções. Você pode usar o formato de 
texto ou o formato em linha para especificar sua função.

Operador Descrição Tipos de 
dados 
compatíveis

Formato de 
texto

Formato em 
linha

Adicionar Retorna a soma dos valores Numérico Adicionar 
(vendas1, 
vendas2)

vendas1 + 
vendas2

Subtrair Retorna a diferença entre os 
valores

Numérico Subtrair 
(vendas1, 
vendas2)

vendas1 ‐ 
vendas2

Multiplicar Retorna o produto dos valores Numérico Multiplicar 
(vendas1, 
vendas2)

vendas1 * 
vendas2

Dividir Retorna o quociente dos 
valores

Numérico Dividir 
(vendas1, 
vendas2)

vendas1 / 
vendas2

Mod Retorna o resultado do 
operador do módulo (o 

Numérico Mod 
(vendas1, 
vendas2)

vendas1 % 
vendas2
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Operador Descrição Tipos de 
dados 
compatíveis

Formato de 
texto

Formato em 
linha

restante após a divisão dos 
dois valores)

Abs Retorna o valor absoluto do 
valor.

Numérico Abs (vendas 
1)

N/D

Negar Retorna o negativo do valor Numérico Negar (c1) -c1

Exp Retorna e (número de Euler) 
elevado à potência do valor

Numérico Exp 
(vendas1)

N/D

Log Retorna o logaritmo (base 10) 
do valor.

Numérico Registro 
(vendas1)

N/D

Ln Retorna o logaritmo natural 
(base e) do valor

Numérico Ln (vendas 1) N/D

Pow Retorna o valor elevado a uma 
potência

Numérico Pow (vendas 
1, 2)

vendas1 ^ 2

If (Se) Retorna um rótulo verdadeir 
o ou falso com base em uma 
condição especificada por 
você

Booleano, 
numérico, 
texto

If(sales1 
>7000, 
'truelabel, 
'falselabel')

N/D

Ou Retorna um valor booleano 
se um dos valores/condições 
especificados for verdadeiro 
ou não

Boolean Ou (preço 
integral, 
desconto)

preço integral 
|| desconto

E Retorna um valor booleano 
se dois dos valores/condições 
especificados são verdadeiros 
ou não

Boolean E (vendas1, 
vendas2)

vendas1 && 
vendas2

Usar modelos personalizados 1002



Amazon SageMaker Guia do Desenvolvedor

Operador Descrição Tipos de 
dados 
compatíveis

Formato de 
texto

Formato em 
linha

Não Retorna um valor booleano 
que é o oposto do valor/con 
dições especificados

Boolean Não 
(vendas1)

!sales1

Caso Retorna um valor booleano 
com base em declarações 
condicionais (retorna c1 se 
cond1 for verdadeiro, retorna 
c2 se cond2 for verdadeiro, 
senão retorna c3)

Booleano, 
numérico, 
texto

Caso (cond1, 
c1, cond2, 
c2, c3)

N/D

Equal Retorna um valor booleano de 
se dois valores forem iguais

Booleano, 
numérico, 
texto

N/D c1 = c2

c1 == c2

Not equal Retorna um valor booleano 
de se dois valores não forem 
iguais

Booleano, 
numérico, 
texto

N/D c1! = c2

Menor que Retorna um valor booleano se 
c1 é menor que c2

Booleano, 
numérico, 
texto

N/D c1 < c2

Maior que Retorna um valor booleano se 
c1 é maior que c2

Booleano, 
numérico, 
texto

N/D c1 > c2

Menor ou 
igual a

Retorna um valor booleano se 
c1 é menor ou igual a c2

Booleano, 
numérico, 
texto

N/D c1 <= c2

Maior ou 
igual a

Retorna um valor booleano se 
c1 é maior ou igual a c2

Booleano, 
numérico, 
texto

N/D c1 >= c2
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SageMaker O Canvas também suporta operadores agregados, que podem realizar operações como 
calcular a soma de todos os valores ou encontrar o valor mínimo em uma coluna. Você pode usar 
operadores agregados em combinação com operadores padrão em suas funções. Por exemplo, 
para calcular a diferença de valores em relação à média, você pode usar a funçãoAbs(height – 
avg(height)). SageMaker O Canvas suporta os seguintes operadores agregados.

Operador de 
agregação

Descrição Formato Exemplo

soma Retorna a soma de todos os valores 
em uma coluna

soma soma (c1)

mínimo Retorna o valor mínimo de uma 
coluna

min minuto (c2)

máximo Retorna o valor máximo de uma 
coluna

max max(c3)

média Retorna o valor médio de uma coluna avg avg(c4)

std Retorna o desvio padrão da amostra 
de uma coluna

std std(c1)

stddev Retorna o desvio padrão dos valores 
em uma coluna

stddev stddev(c1)

variância Retorna a variância imparcial dos 
valores em uma coluna

variância variância (c1)

approx_co 
unt_distinct

Retorna o número aproximado de 
itens distintos em uma coluna

approx_co 
unt_distinct

approx_co 
unt_distinct(c1)

contagem Retorna o número de itens em uma 
coluna

contagem count(c1)

first Retorna o primeiro valor de uma 
coluna

first first(c1)

last Retorna o último valor de uma coluna last last(c1)
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Operador de 
agregação

Descrição Formato Exemplo

stddev_pop Retorna o desvio padrão da 
população de uma coluna

stddev_pop stddev_pop(c1)

variance_pop Retorna a variância populacional dos 
valores em uma coluna

variance_pop variance_pop(c1)

Gerenciar linhas

Com a transformação Gerenciar linhas, você pode realizar a classificação, a reprodução aleatória e 
remover linhas de dados do conjunto de dados.

Classificar linhas

Para classificar as linhas em um conjunto de dados por uma determinada coluna, faça o seguinte.

1. Na guia Criar do aplicativo SageMaker Canvas, escolha Gerenciar linhas e, em seguida, escolha
Classificar linhas.

2. Em Classificar coluna, escolha a coluna pela qual você deseja classificar.

3. Em Ordem de classificação, escolha Crescente ou Decrescente.

4. Escolha Adicionar para adicionar a transformação à Receita do modelo.

Embaralhar linhas

Para embaralhar aleatoriamente as linhas em um conjunto de dados, faça o seguinte.

1. Na guia Construir do aplicativo SageMaker Canvas, escolha Gerenciar linhas e, em seguida, 
escolha Misturar linhas.

2. Escolha Adicionar para adicionar a transformação à Receita do modelo.

Descartar linhas duplicadas

Para remover linhas duplicadas em um conjunto de dados, faça o seguinte.

1. Na guia Criar do aplicativo SageMaker Canvas, escolha Gerenciar linhas e, em seguida, escolha
Eliminar linhas duplicadas.
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2. Escolha Adicionar para adicionar a transformação à Receita do modelo.

Remover linhas por valores ausentes

Valores ausentes são uma ocorrência comum em conjuntos de dados de aprendizado de máquina e 
podem afetar a precisão do modelo. Use essa transformação se quiser eliminar linhas com valores 
nulos ou vazios em determinadas colunas.

Para remover linhas que contêm valores ausentes em uma coluna especificada, faça o seguinte.

1. Na guia Criar do aplicativo SageMaker Canvas, escolha Gerenciar linhas.

2. Escolha Eliminar linhas por valores ausentes.

3. Escolha Adicionar para adicionar a transformação à Receita do modelo.

SageMaker O Canvas remove as linhas que contêm valores ausentes na coluna que você 
selecionou. Depois de remover as linhas do conjunto de dados, o SageMaker Canvas adiciona a 
transformação na seção Receita do modelo. Se você remover a transformação da seção Receita do 
modelo, as linhas retornarão ao seu conjunto de dados.

Remover linhas por valores atípicos

Valores atípicos, ou valores raros na distribuição e no intervalo de seus dados podem afetar 
negativamente a precisão do modelo e levar a tempos de compilação mais longos. Com o 
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SageMaker Canvas, você pode detectar e remover linhas que contêm valores discrepantes em 
colunas numéricas. Você pode escolher definir valores atípicos com desvios padrão ou com um 
intervalo personalizado.

Para remover valores atípicos de seus dados, faça o seguinte.

1. Na guia Criar do aplicativo SageMaker Canvas, escolha Gerenciar linhas.

2. Escolha Eliminar linhas por valores atípicos.

3. Escolha a Coluna em que você deseja verificar se há valores atípicos.

4. Defina o operador para desvio padrão, intervalo numérico personalizado ou intervalo quantil 
personalizado.

5. Se você escolher Desvio padrão, especifique um valor de Desvios padrão (desvio padrão) de 1 
a 3. Se você escolher Intervalo numérico personalizado ou Intervalo de quantil personalizado, 
especifique os valores mínimo e máximo (números para intervalos numéricos ou percentis entre 
0 e 100% para intervalos de quantil).

6. Escolha Adicionar para adicionar a transformação à Receita do modelo.

A opção Desvio padrão detecta e remove as discrepâncias em colunas numéricas usando a média e 
o desvio padrão. Você especifica o número de desvios padrão em que um valor deve variar da média 
para ser considerado um valor atípico. Por exemplo, se você especificar 3 para Desvios padrão, 
um valor deve estar em valor maior que 3 desvios padrão da média para ser considerado um valor 
atípico.

As opções Intervalo numérico e Intervalo quantil personalizado detectam e removem as 
discrepâncias em colunas numéricas usando valores mínimos e máximos. Use esse método se você 
conhece seus valores limite que delimitam valores atípicos. Se você escolher um intervalo numérico, 
os valores Min e Max devem ser os valores numéricos mínimo e máximo que você deseja permitir 
nos dados. Se você escolher um intervalo de quantil, os valores Min e Max devem ser o mínimo e o 
máximo do intervalo de percentis (0–100) que você deseja permitir.

Depois de remover as linhas do conjunto de dados, o SageMaker Canvas adiciona a transformação 
na seção Receita do modelo. Se você remover a transformação da seção Receita do modelo, as 
linhas retornarão ao seu conjunto de dados.

Usar modelos personalizados 1007



Amazon SageMaker Guia do Desenvolvedor

Remover linhas por valores personalizados

Você pode remover linhas com valores que atendam às condições personalizadas. Por exemplo, 
talvez você queira excluir todas as linhas com um valor de preço maior que 100 ao compilar seu 
modelo. Com essa transformação, você pode criar uma regra que remove todas as linhas que 
excedem o limite que você definiu.

Para usar a transformação de remoção personalizada, faça o seguinte:

1. Na guia Criar do aplicativo SageMaker Canvas, escolha Gerenciar linhas.

2. Escolha Descartar linhas por fórmula.

3. Escolha a Coluna que você deseja verificar.

4. Selecione o tipo de Operação que você deseja usar e, em seguida, especifique os valores para 
a condição selecionada.

5. Escolha Adicionar para adicionar a transformação à Receita do modelo.

Para a Operação, escolha uma das opções a seguir. Observe que as operações disponíveis 
dependem do tipo de dados da coluna que você escolher. Por exemplo, não é possível criar uma 
operação is greater than para uma coluna contendo valores de texto.
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Operation Tipos de dados 
compatíveis

Tipo de recurso 
suportado

Função

É igual a Numérico, Texto Binário, 
Categóricos

Remove as linhas em que o valor em
Coluna é igual aos valores que você 
especifica.

Não é igual a Numérico, Texto Binário, 
Categóricos

Remove as linhas em que o valor em
Coluna não é igual aos valores que 
você especifica.

É menor que Numérico N/D Remove as linhas em que o valor em
Coluna é menor que o valor especific 
ado.

É menor que ou 
igual a

Numérico N/D Remove linhas em que o valor em
Coluna é menor que ou igual ao valor 
especificado por você.

É maior que Numérico N/D Remove as linhas em que o valor 
em Coluna é maior do que o valor 
especificado por você.

É maior ou igual 
a

Numérico N/D Remove linhas em que o valor em
Coluna é maior que ou igual ao valor 
especificado por você.

Está entre Numérico N/D Remove as linhas em que o valor na
Coluna está entre ou é igual a dois 
valores que você especifica.

Contém Texto Categóricos Remove as linhas nas quais o 
valor na Coluna contém os valores 
especificados por você.

Inicia com Texto Categóricos Remove as linhas nas quais o valor 
na Coluna começa com um valor 
especificado por você.
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Operation Tipos de dados 
compatíveis

Tipo de recurso 
suportado

Função

Termina com Texto Categóricos Remove as linhas nas quais o valor 
na Coluna termina com um valor 
especificado por você.

Depois de remover as linhas do conjunto de dados, o SageMaker Canvas adiciona a transformação 
na seção Receita do modelo. Se você remover a transformação da seção Receita do modelo, as 
linhas retornarão ao seu conjunto de dados.

Renomear colunas

Com a transformação renomear colunas, você pode renomear colunas em seus dados. Quando você 
renomeia uma coluna, o SageMaker Canvas altera o nome da coluna na entrada do modelo.

Você pode renomear uma coluna em seu conjunto de dados clicando duas vezes no nome 
da coluna na guia Construir do aplicativo SageMaker Canvas e inserindo um novo nome. 
Pressionar a tecla Enter envia a alteração e clicar em qualquer lugar fora da entrada cancela 
a alteração. Você também pode renomear uma coluna clicando no ícone Mais opções
( ), 
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localizado no final da linha na visualização em lista ou no final da célula do cabeçalho na 
visualização em grade e escolhendo Renomear.

O nome da coluna não pode ter mais de 32 caracteres nem ter sublinhados duplos (__) e você não 
pode renomear uma coluna com o mesmo nome de outra coluna. Você também não pode renomear 
uma coluna descartada.

A captura de tela a seguir mostra como renomear uma coluna clicando duas vezes no nome da 
coluna.

Quando você renomeia uma coluna, o SageMaker Canvas adiciona a transformação na seção
Receita do modelo. Se você remover a transformação da seção Receita do modelo, a coluna 
retornará ao nome original.

Gerenciar colunas

Com as transformações a seguir, você pode alterar o tipo de dados das colunas e substituir valores 
ausentes ou valores discrepantes por colunas específicas. SageMaker O Canvas usa os tipos ou 
valores de dados atualizados ao criar seu modelo, mas não altera seu conjunto de dados original. 
Observe que, se você descartou uma coluna do seu conjunto de dados usando a transformação
Destacar coluna, não poderá substituir valores nessa coluna.
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Substituir valores ausentes

Valores ausentes são uma ocorrência comum em conjuntos de dados de aprendizado de máquina 
e podem afetar a precisão do modelo. Você pode optar por descartar linhas com valores ausentes, 
mas seu modelo será mais preciso se você escolher substituir os valores ausentes. Com essa 
transformação, você pode substituir valores ausentes nas colunas numéricas pela média ou mediana 
dos dados em uma coluna, ou também pode especificar um valor personalizado com o qual substituir 
valores ausentes. Para colunas não numéricas, você pode substituir valores ausentes com o modo 
(valor mais comum) da coluna ou por um valor personalizado.

Use essa transformação se quiser substituir os valores nulos ou vazios em determinadas colunas. 
Para substituir valores ausentes em uma coluna especificada, faça o seguinte.

1. Na guia Construir do aplicativo SageMaker Canvas, escolha Gerenciar colunas.

2. Escolha Substituir valores ausentes.

3. Escolha a Coluna na qual você deseja substituir valores ausentes.

4. Defina o Modo como Manual para substituir valores ausentes pelos valores especificados por 
você. Com a configuração Automática (padrão), o SageMaker Canvas substitui os valores 
ausentes pelos valores imputados que melhor se ajustam aos seus dados. Esse método 
de atribuição é feito automaticamente para cada construção de modelo, a menos que você 
especifique o modo Manual.

5. Defina o valor Substituir por valor:

• Se sua coluna for numérica, selecione Média, Mediana ou Personalizada. A Média substitui 
valores ausentes pela média da coluna e a Mediana substitui valores ausentes pela mediana 
da coluna. Se você escolher Personalizado, deverá especificar um valor personalizado que 
deseja usar para substituir valores ausentes.

• Se sua coluna for numérica, selecione Modo ou Personalizada. O Modo substitui valores 
ausentes pelo modo ou pelo valor mais comum da coluna. Em Personalizado, especifique um 
valor personalizado que você deseja usar para substituir valores ausentes.

6. Escolha Adicionar para adicionar a transformação à Receita do modelo.

Depois de substituir os valores ausentes no conjunto de dados, o SageMaker Canvas adiciona a 
transformação na seção Receita do modelo. Se você remover a transformação da seção Receita do 
modelo, os valores ausentes retornarão ao conjunto de dados.
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Substituir valores atípicos

Valores discrepantes, ou valores raros na distribuição e no alcance de seus dados, podem afetar 
negativamente a precisão do modelo e levar a tempos de construção mais longos. SageMaker O 
Canvas permite que você detecte valores discrepantes em colunas numéricas e substitua os valores 
discrepantes por valores que estejam dentro de um intervalo aceito em seus dados. Você pode optar 
por definir valores atípicos com desvios padrão ou com um intervalo personalizado e pode substituir 
os valores atípicos pelos valores mínimo e máximo no intervalo aceito.

Para substituir valores atípicos em seus dados, faça o seguinte.

1. Na guia Construir do aplicativo SageMaker Canvas, escolha Gerenciar colunas.

2. Escolha Substituir valores atípicos.

3. Escolha a Coluna na qual você deseja substituir valores atípicos.

4. Em Definir valores atípicos, escolha Desvio padrão, Intervalo numérico personalizado ou
Intervalo quantil personalizado.

5. Se você escolher Desvio padrão, especifique um valor de Desvios padrão (desvio padrão) de 1 
a 3. Se você escolher Intervalo numérico personalizado ou Intervalo de quantil personalizado, 
especifique os valores mínimo e máximo (números para intervalos numéricos ou percentis entre 
0 e 100% para intervalos de quantil).

6. Em Substituir por, selecione Intervalo mínimo/máximo.
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7. Escolha Adicionar para adicionar a transformação à Receita do modelo.

A opção Desvio padrão detecta valores atípicos em colunas numéricas usando a média e o desvio 
padrão. Você especifica o número de desvios padrão em que um valor deve variar da média para 
ser considerado um valor atípico. Por exemplo, se você especificar 3 para desvios padrão, um valor 
deve cair mais de 3 desvios padrão da média para ser considerado um valor atípico. SageMaker O 
Canvas substitui os valores atípicos pelo valor mínimo ou máximo no intervalo aceito. Por exemplo, 
se você configurar os desvios padrão para incluir apenas valores de 200 a 300, o SageMaker 
Canvas alterará um valor de 198 para 200 (o mínimo).

As opções de Intervalo numérico personalizado e Intervalo quantil personalizado detectam valores 
atípicos em colunas numéricas usando valores mínimos e máximos. Use esse método se você 
conhece seus valores limite que delimitam valores atípicos. Se você escolher um intervalo numérico, 
os valores mínimo e máximo devem ser os valores numéricos mínimo e máximo que você deseja 
permitir. SageMaker O Canvas substitui quaisquer valores que estejam fora do mínimo e máximo 
pelos valores mínimo e máximo. Por exemplo, se seu intervalo permitir apenas valores de 1 a 100, o 
SageMaker Canvas alterará um valor de 102 para 100 (o máximo). Se você escolher um intervalo de 
quantil, os valores mínimo e máximo devem ser o mínimo e o máximo do intervalo de percentis (0 a 
100) que você deseja permitir.

Depois de substituir os valores no conjunto de dados, o SageMaker Canvas adiciona a 
transformação na seção Receita do modelo. Se você remover a transformação da seção Receita do 
modelo, os valores originais retornarão ao conjunto de dados.
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Alterar tipo de dados

SageMaker O Canvas fornece a capacidade de alterar o tipo de dados de suas colunas entre 
numérico, texto e data e hora, além de exibir o tipo de recurso associado a esse tipo de dados. Um
tipo de dados refere-se ao formato dos dados e o modo como eles são armazenados, enquanto 
o tipo de recurso refere-se à característica dos dados usados em algoritmos de machine learning, 
como binário ou categórico. Isso dá a você a flexibilidade de alterar manualmente o tipo de dados em 
suas colunas com base nas funcionalidades. A capacidade de escolher o tipo de dados certo garante 
a integridade e a precisão dos dados antes da compilação de modelos. Esses tipos de dados são 
usados na compilação de modelos.

Note

Atualmente, a alteração do tipo de recurso (por exemplo, de binário para categórico) não é 
suportada.

A tabela a seguir lista todos os tipos de dados com suporte no Canvas.
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Tipo de dados Descrição Exemplo

Numérico Os dados numéricos represent 
am valores numéricos

1, 2, 3

1,1, 1,2. 1.3

Texto Os dados de texto represent 
am sequências de caracteres, 
como nomes ou descrições

A, B, C, D

maçã, banana, laranja

1A! , 2A! , 3A!

Datetime Os dados de datetime 
representam datas e horas no 
formato da data e hora.

2019-07-01 01:00:00, 
2019-07-01 02:00:00, 
2019-07-01 03:00:00

A tabela a seguir lista todos os tipos de recurso com suporte no Canvas.

Tipo de recurso Descrição Exemplo

Binário Os recursos binários represent 
am dois valores possíveis

0, 1, 0, 1, 0 (2 valores distintos 
)

verdadeiro, falso, verdadeiro 
(2 valores distintos)

Categóricos Recursos categóricos 
representam categorias ou 
grupos distintos

maçã, banana, laranja, maçã 
(3 valores distintos)

A, B, C, D, E, A, D, C (5 
valores distintos)

Para modificar o tipo de dados de uma coluna em um conjunto de dados, faça o seguinte.

1. Na guia Criar do aplicativo SageMaker Canvas, vá até a Visualização em coluna ou Visualização
em grade e selecione a lista suspensa Tipo de dados para a coluna específica.

2. Na lista suspensa Tipo de dados, escolha o tipo de dados para o qual converter. A captura de 
tela a seguir mostra a lista suspensa.

Usar modelos personalizados 1016



Amazon SageMaker Guia do Desenvolvedor

3. Em Coluna, escolha ou verifique a coluna para a qual você deseja alterar o tipo de dados.

4. Em Novo tipo de dados, escolha ou verifique o novo tipo de dados para o qual você deseja 
converter.

5. Se o Novo tipo de dados for Datetime ou Numeric, escolha uma das seguintes opções em
Identificar valores inválidos:

a. Substituir por valor vazio — Valores inválidos são substituídos por um valor em branco

b. Excluir linhas — As linhas com um valor inválido são removidas do conjunto de dados

c. Substituir por valor personalizado — Valores inválidos são substituídos pelo valor 
personalizado que você especificar.

6. Escolha Adicionar para adicionar a transformação à Receita do modelo.

O tipo de dados da sua coluna agora deve estar atualizado.

Preparar dados de séries temporais

Use as seguintes funcionalidades para preparar seus dados de séries temporais para criar modelos 
de previsão de séries temporais.

Reamostragem de dados de séries temporais

Ao reamostrar dados de séries temporais, você pode estabelecer intervalos regulares para as 
observações em seu conjunto de dados de séries temporais. Isso é particularmente útil ao trabalhar 
com dados de séries temporais contendo observações com espaçamento irregular. Por exemplo, 
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você pode usar a reamostragem para transformar um conjunto de dados com observações 
registradas em intervalos de uma hora, duas horas e três horas em um intervalo regular de uma hora 
entre as observações. Algoritmos de previsão exigem que as observações sejam feitas em intervalos 
regulares.

Para reamostrar dados de séries temporais, faça o seguinte.

1. Na guia Construir do aplicativo SageMaker Canvas, escolha Série temporal.

2. Escolha Reamostrar.

3. Para a Coluna de data e hora, escolha a coluna à qual você deseja aplicar a transformação. 
Você só pode selecionar colunas do tipo Datetime.

4. Na seção Configurações de frequência, escolha uma Frequência e uma Taxa. Frequência
é a unidade de frequência e Taxa é o intervalo da unidade de frequência a ser aplicada 
à coluna. Por exemplo, escolher Calendar Day entre Valor de frequência e 1 para a
Taxa define o intervalo a ser aumentado a cada 1 dia do calendário, como 2023-03-26 
00:00:00, 2023-03-27 00:00:00 e 2023-03-28 00:00:00. Consulte a tabela após esse 
procedimento para obter uma lista completa dos Valores de frequência.

5. Escolha Adicionar para adicionar a transformação à Receita do modelo.

A tabela a seguir lista todos os tipos de frequência que você pode selecionar ao reamostrar dados de 
séries temporais.

Frequência Descrição Valores de exemplo (supondo 
que a taxa seja 1)

Dia útil Reamostre as observações na 
coluna datetime para 5 dias 
úteis da semana (Segunda- 
feira, Terça-feira, Quarta-feira, 
Quinta-feira e Sexta-feira)

2023-03-24 00:00:00

2023-03-27 00:00:00

2023-03-28 00:00:00

2023-03-29 00:00:00

2023-03-30 00:00:00

2023-03-31 00:00:00

2023-04-03 00:00:00

Usar modelos personalizados 1018



Amazon SageMaker Guia do Desenvolvedor

Frequência Descrição Valores de exemplo (supondo 
que a taxa seja 1)

Dia do calendário Reamostre as observações na 
coluna datetime para todos os 
7 dias da semana (Segunda- 
feira, Terça-feira, Quarta-fe 
ira, Quinta-feira, Sexta-feira, 
Sábado e Domingo)

2023-03-26 00:00:00

2023-03-27 00:00:00

2023-03-28 00:00:00

2023-03-29 00:00:00

2023-03-30 00:00:00

2023-03-31 00:00:00

2023-04-01 00:00:00

Semana Observações de reamostra 
gem na coluna de datetime 
para o primeiro dia de cada 
semana

2023-03-13 00:00:00

2023-03-20 00:00:00

2023-03-27 00:00:00

2023-04-03 00:00:00

Mês Observações de reamostra 
gem na coluna datetime para 
o primeiro dia de cada mês

2023-03-01 00:00:00

2023-04-01 00:00:00

2023-05-01 00:00:00

2023-06-01 00:00:00

Trimestre anual Observações de reamostra 
gem na coluna datetime 
para o primeiro dia de cada 
trimestre

2023-03-31 00:00:00

2023-06-30 00:00:00

2023-09-30 00:00:00

2023-12-31 00:00:00
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Frequência Descrição Valores de exemplo (supondo 
que a taxa seja 1)

Ano Observações de reamostra 
gem na coluna datetime para 
o último dia de cada ano

2022-12-31 0:00:00

2023-12-31 00:00:00

2024-12-31 00:00:00

Hora Observações de reamostra 
gem na coluna datetime para 
o cada hora de cada dia

2023-03-24 00:00:00

2023-03-24 01:00:00

2023-03-24 02:00:00

2023-03-24 03:00:00

Minuto Observações de reamostra 
gem na coluna datetime para 
o cada minuto de cada hora

2023-03-24 00:00:00

2023-03-24 00:01:00

2023-03-24 00:02:00

2023-03-24 00:03:00

Segundo Observações de reamostra 
gem na coluna datetime para 
o cada segundo de cada 
minuto

2023-03-24 00:00:00

2023-03-24 00:00:01

2023-03-24 00:00:02

2023-03-24 00:00:03

Ao aplicar a transformação de reamostragem, você pode usar a opção Avançada para especificar 
como os valores resultantes do restante das colunas (exceto a coluna de data e hora) em 
seu conjunto de dados são modificados. Isso pode ser obtido especificando a metodologia de 
reamostragem, que pode ser a redução ou o aumento de amostras para colunas numéricas e não 
numéricas.

A Downsampling (redução de amostras) aumenta o intervalo entre as observações no conjunto de 
dados. Por exemplo, se você reduzir a resolução de observações feitas a cada hora ou a cada duas 

Usar modelos personalizados 1020



Amazon SageMaker Guia do Desenvolvedor

horas, cada observação em seu conjunto de dados será feita a cada duas horas. Os valores de 
outras colunas das observações por hora são agregados em um valor único usando um método de 
combinação. A tabela a seguir mostra um exemplo de redução da amostragem de dados de séries 
temporais usando a média como método de combinação. Os dados são reduzidos de duas em duas 
horas para cada hora.

A tabela a seguir mostra as leituras de temperatura por hora durante um dia antes da redução da 
amostragem.

Timestamp Temperatura (Celsius)

12:00 pm 30

1:00 am 32

2:00 am 35

3:00 am 32

4:00 am 30

A tabela a seguir mostra as leituras de temperatura após a redução da amostragem para cada duas 
horas.

Timestamp Temperatura (Celsius)

12:00 pm 30

2:00 am 33.5

2:00 am 35

4:00 am 32,5

Para reduzir a resolução dos dados de série temporal, faça o seguinte:

1. Expanda a seção Avançado na transformação Resample.
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2. Escolha combinação não numérica para especificar o método de combinação para colunas 
não numéricas. Consulte a tabela a seguir para obter uma lista completa de métodos de 
combinação.

3. Escolha Combinação numérica para especificar o método de combinação para colunas 
numéricas. Consulte a tabela a seguir para obter uma lista completa de métodos de 
combinação.

Se você não especificar métodos de combinação, os valores padrão são Most Common para
combinação não numérica e Mean para combinação numérica. A tabela a seguir lista os métodos 
para combinação numérica e não numérica.

Metodologia de redução da 
amostragem

Método de combinação Descrição

Combinação não numérica Mais comum Agregue valores na coluna 
não numérica pelo valor que 
ocorre com mais frequência

Combinação não numérica Last Valores agregados na coluna 
não numérica pelo último valor 
na coluna

Combinação não numérica First Valores agregados na coluna 
não numérica pelo último valor 
na coluna

Combinação numérica Média Agregue valores na coluna 
numérica tomando a média de 
todos os valores na coluna

Combinação numérica Mediana Agregue valores na coluna 
numérica tomando a média de 
todos os valores na coluna

Combinação numérica Mín. Agregue valores na coluna 
numérica tomando o valor 
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Metodologia de redução da 
amostragem

Método de combinação Descrição

mínimo de todos os valores na 
coluna

Combinação numérica Máx Agregue valores na coluna 
numérica tomando o valor 
máximo de todos os valores 
na coluna

Combinação numérica Soma Agregue valores na coluna 
numérica adicionando todos 
os valores na coluna

Combinação numérica Quantil Agregue valores na coluna 
numérica tomando o quantil 
de todos os valores na coluna

O Upsampling (aumento da amostragem) reduz o intervalo entre as observações no conjunto de 
dados. Por exemplo, se você aumentar as observações de amostragem feitas a cada duas horas em 
observações de hora em hora, os valores de outras colunas das observações de hora em hora são 
interpoladas a partir daquelas que foram feitas a cada duas horas.

Para aumentar a amostragem de dados de séries temporais, faça o seguinte.

1. Expanda a seção Avançado na transformação Resample.

2. Escolha Estimativa não numérica para especificar o método de estimativa para colunas não 
numéricas. Consulte a tabela após esse procedimento para obter uma lista completa dos 
métodos.

3. Escolha Estimativa numérica para especificar o método de estimativa para colunas numéricas. 
Consulte a tabela a seguir para obter uma lista completa de métodos.

4. (Opcional) Escolha Coluna ID para especificar a coluna que tem as IDs das observações da 
série temporal. Especifique essa opção se seu conjunto de dados tiver duas séries temporais. 
Se você tiver uma coluna representando somente uma série temporal, não especifique um 
valor para esse campo. Por exemplo, você pode ter um conjunto de dados com as colunas
id e purchase. A coluna id tem os seguintes valores: [1, 2, 2, 1]. A coluna purchase
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tem os seguintes valores [$2, $3, $4, $1]. Portanto, o conjunto de dados tem duas séries 
temporais — uma série temporal é: 1: [$2, $1] e a outra série temporal é 2: [$3, $4].

Se você não especificar métodos de estimativa, os valores padrão são Forward Fill para
estimativa não numérica e Linear para estimativa numérica. A tabela a seguir lista os métodos de 
estimativa.

Metodologia de aumento da 
amostragem

Método de estimativa Descrição

Estimativa não numérica Preenchimento de avanço Interpole valores na coluna 
não numérica tomando os 
valores consecutivos depois 
de todos os valores na coluna

Estimativa não numérica Preenchimento retroativo Interpole valores na coluna 
não numérica tomando os 
valores consecutivos antes de 
todos os valores na coluna

Estimativa não numérica Continuar ausente Interpole valores na coluna 
não numérica mostrando 
valores vazios

Estimativa numérica Linear, Tempo, Índice, Zero, 
S-Linear, Mais Próximo, 
Quadrático, Cúbico, Baricêntr 
ico, Polinômio, Krogh, 
Polinômio por Partes, Spline, 
P-chip, Akima, Spline Cúbico, 
a partir de Derivadas

Interpole valores na coluna 
numérica usando o interpola 
dor especificado. Para obter 
informações sobre métodos 
de interpolação, consulte 
pandas. DataFrame.interpol 
ate na documentação do
pandas.

A captura de tela a seguir mostra as configurações avançadas com os campos para redução e 
aumento da amostragem preenchidos.
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Use a extração datetime

Com a transformação de extração datetime, você pode extrair valores de uma coluna de datetime 
para uma coluna separada. Por exemplo, se você tiver uma coluna contendo datas de compras, 
você poderá extrair o valor do mês em uma coluna separada e usar a nova coluna ao compilar 
seu modelo. Você também pode extrair vários valores para separar colunas com uma única 
transformação.

Sua coluna datetime deve usar um formato da data e hora com suporte. Para obter uma lista dos 
formatos que o SageMaker Canvas suporta, consultePrevisões de séries temporais no Amazon 
Canvas SageMaker . Se seu conjunto de dados não usar um dos formatos compatíveis, atualize-o 
para usar um formato de timestamp compatível e reimporte-o para o SageMaker Amazon Canvas 
antes de criar seu modelo.

Para realizar uma extração de datetime, faça o seguinte.

1. Na guia Criar do aplicativo SageMaker Canvas, na barra de transformações, escolha Exibir tudo.

2. Escolha Extrair recursos.

3. Escolha a coluna de data e hora da qual você deseja extrair valores.
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4. Em Valores, selecione um ou mais valores para extrair da coluna. Os valores que você pode 
extrair de uma coluna de data e hora são Ano, Mês, Dia, Hora, Semana do ano, Dia do ano e
Trimestre.

5. (Opcional) Escolha Pré-Visualização para pré-visualizar os resultados da transformação.

6. Escolha Adicionar para adicionar a transformação à Receita do modelo.

SageMaker O Canvas cria uma nova coluna no conjunto de dados para cada um dos valores que 
você extrai. Com exceção dos valores de ano, o SageMaker Canvas usa uma codificação baseada 
em 0 para os valores extraídos. Por exemplo, se você extrair o valor do Mês, Janeiro será extraído 
como 0 e Fevereiro será extraído como 1.

Você pode ver a transformação listada na seção Receita do modelo. Se você remover a 
transformação da seção Receita do modelo, as novas colunas serão removidas do conjunto de 
dados.

Avalie o desempenho do seu modelo no Amazon SageMaker Canvas

Depois de criar seu modelo, você pode avaliar a performance do modelo em seus dados antes de 
usá-lo para fazer previsões. Você pode usar informações, como a precisão do modelo na previsão de 
rótulos e métricas avançadas para determinar se seu modelo pode fazer previsões suficientemente 
precisas para seus dados.

Na página Analisar do seu modelo, o Amazon SageMaker Canvas fornece as três guias a seguir:
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• Visão geral — Oferece uma visão geral do desempenho do modelo, dependendo do tipo de 
modelo.

• Pontuação — Mostra visualizações que você pode usar para obter mais informações sobre o 
desempenho do seu modelo além das métricas gerais de precisão.

• Métricas avançadas — contém as pontuações do seu modelo para métricas avançadas e 
informações adicionais que podem fornecer uma compreensão mais profunda do desempenho do 
seu modelo. Você também pode visualizar informações como os impactos da coluna.

A seção Avalie a performance do seu modelo. descreve como visualizar e interpretar as guias Visão 
geral e Pontuação do seu modelo. A seção Use métricas avançadas em suas análises contém 
informações mais detalhadas sobre as métricas avançadas usadas para quantificar a precisão do 
seu modelo.

Você também pode visualizar informações mais avançadas para candidatos a modelos específicos, 
que são todas as iterações de modelo pelas quais o Canvas executa ao criar seu modelo. Com 
base nas métricas avançadas de um determinado candidato a modelo, você pode selecionar um 
candidato diferente para ser o padrão ou a versão usada para fazer previsões e implantar. Para cada 
candidato a modelo, você pode visualizar as informações de métricas avançadas para ajudá-lo a 
decidir qual candidato a modelo você gostaria de selecionar como padrão. Você pode ver essas 
informações selecionando o candidato a modelo na tabela de classificação de modelos. Para ter 
mais informações, consulte ???.

O Canvas também oferece a opção de baixar um notebook Jupyter para que você possa visualizar e 
executar o código usado para criar seu modelo. Isso é útil se você quiser fazer ajustes no código ou 
saber mais sobre como seu modelo foi criado. Para ter mais informações, consulte Baixe um modelo 
de caderno.

Avalie a performance do seu modelo.

O Amazon SageMaker Canvas fornece informações gerais e de pontuação para os diferentes tipos 
de modelo. A pontuação do seu modelo pode ajudar você a determinar a precisão do seu modelo ao 
fazer previsões. Os insights adicionais de pontuação podem ajudá-lo a quantificar as diferenças entre 
os valores reais e previstos.

Para visualizar a análise do modelo, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, escolha Meus modelos.
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3. Escolha o modelo que você construiu.

4. No painel de navegação, escolha a guia Analisar.

5. Na guia Analisar, você pode ver a visão geral e as informações de pontuação do seu modelo.

As seções a seguir descrevem como interpretar a pontuação para cada tipo de modelo.

Avalie modelos de previsão categórica

A guia Visão geral mostra o impacto da coluna para cada coluna. O Impacto da coluna é uma 
pontuação percentual que indica quanto peso uma coluna tem ao fazer previsões em relação às 
outras colunas. Para um impacto de 25% na coluna, o Canvas avalia a previsão como 25% para a 
coluna e 75% para as outras colunas.

A captura de tela a seguir mostra a pontuação de Precisão do modelo, junto com a métrica de 
otimização, que é a métrica que você escolhe otimizar ao compilar o modelo. Nesse caso, a métrica 
de otimização é Precisão. Você pode especificar uma métrica de otimização diferente se compilar 
uma nova versão do seu modelo.

A guia Pontuação de um modelo de previsão categórica permite que você visualize todas as 
previsões. Os segmentos de linha se estendem da esquerda da página, indicando todas as 
previsões feitas pelo modelo. No meio da página, os segmentos de linha convergem em um 
segmento perpendicular para indicar a proporção de cada previsão em uma única categoria. Da 
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categoria prevista, os segmentos se ramificam para a categoria real. Você pode ter uma noção visual 
do quão precisas foram as previsões seguindo cada segmento de linha da categoria prevista até a 
categoria real.

A imagem a seguir fornece um exemplo da seção de pontuação para um modelo de previsão de 3+ 
categorias.

Você também pode visualizar a guia Métricas avançadas para obter informações mais detalhadas 
sobre o desempenho do seu modelo, como métricas avançadas, gráficos de densidade de erros 
ou matrizes de confusão. Para saber mais sobre a guia Métricas avançadas, consulteUse métricas 
avançadas em suas análises.

Avalie modelos de previsão numérica

A guia Visão geral mostra o impacto da coluna para cada coluna. O Impacto da coluna é uma 
pontuação percentual que indica quanto peso uma coluna tem ao fazer previsões em relação às 
outras colunas. Para um impacto de 25% na coluna, o Canvas avalia a previsão como 25% para a 
coluna e 75% para as outras colunas.

A captura de tela a seguir mostra a pontuação RMSE do modelo na guia Visão geral que, nesse 
caso, é a métrica de otimização. A métrica de otimização é a métrica que você escolhe otimizar ao 
compilar o modelo. Você pode especificar uma métrica de otimização diferente se compilar uma nova 
versão do seu modelo.

Usar modelos personalizados 1029



Amazon SageMaker Guia do Desenvolvedor

A guia Pontuação para previsão numérica exibe uma linha para indicar o valor previsto do modelo 
em relação aos dados usados para fazer previsões. Os valores da previsão numérica geralmente 
são +/- o valor RMSE (erro quadrático médio). O valor que o modelo prevê geralmente está dentro 
do intervalo do RMSE. A largura da faixa roxa ao redor da linha indica o intervalo RMSE. Os valores 
previstos geralmente estão dentro do intervalo.

A imagem a seguir mostra a seção Pontuação para previsão numérica.

Você também pode visualizar a guia Métricas avançadas para obter informações mais detalhadas 
sobre o desempenho do seu modelo, como métricas avançadas, gráficos de densidade de erros 
ou matrizes de confusão. Para saber mais sobre a guia Métricas avançadas, consulteUse métricas 
avançadas em suas análises.
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Avalie modelos de previsão de séries temporais

Na página Analisar dos modelos de previsão de séries temporais, você obtém uma visão geral das 
métricas do modelo. Você pode passar o mouse sobre cada métrica para obter mais informações ou 
ver Use métricas avançadas em suas análises.

Na seção Impacto da coluna, você pode ver a pontuação de cada coluna. O Impacto da coluna é 
uma pontuação percentual que indica quanto peso uma coluna tem ao fazer previsões em relação às 
outras colunas. Para um impacto de 25% na coluna, o Canvas avalia a previsão como 25% para a 
coluna e 75% para as outras colunas.

A captura de tela a seguir mostra a pontuação da precisão do modelo, junto com a métrica de 
otimização, que é a métrica que você escolhe otimizar ao compilar o modelo. Nesse caso, a métrica 
de otimização é RMSE. Você pode especificar uma métrica de otimização diferente se compilar uma 
nova versão do seu modelo.

Avalie os modelos de previsão de imagem

A guia Visão geral mostra o desempenho por rótulo, que fornece uma pontuação geral de precisão 
para as imagens previstas para cada rótulo. Você pode escolher um rótulo para ver detalhes mais 
específicos, como as imagens previstas corretamente e as imagens previstas incorretamente para a 
etiqueta.

Você pode ativar o botão Mapa de calor para ver um mapa de calor para cada imagem. O mapa 
de calor mostra as áreas de interesse que têm maior impacto quando seu modelo está fazendo 
previsões. Para obter mais informações sobre mapas de calor e como usá-los para melhorar seu 
modelo, escolha o ícone Mais informações ao lado do botão Mapa de calor.

A guia Pontuação para modelos de previsão de imagem de rótulo único mostra uma comparação 
entre o que o modelo previu como rótulo e o que era o rótulo real. É possível selecionar até 10 
rótulos por vez. Você pode alterar os rótulos na visualização escolhendo a lista suspensa de rótulos 
e selecionando ou desmarcando os rótulos.
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Você também pode visualizar insights de rótulos individuais ou grupos de rótulos, como os três 
rótulos com maior ou menor precisão, escolhendo a lista suspensa Exibir pontuações na seção
Informações de precisão do modelo.

A captura de tela a seguir mostra as informações de pontuação para um modelo de previsão de 
imagem de rótulo único.

Avalie modelos de previsão de texto

A guia Visão geral mostra o desempenho por rótulo, que fornece uma pontuação geral de precisão 
para as passagens de texto previstas para cada rótulo. Você pode escolher um rótulo para ver 
detalhes mais específicos, como as imagens previstas corretamente e as imagens previstas 
incorretamente para o rótulo.

A guia Pontuação para modelos de previsão de texto de múltiplas categorias mostra uma 
comparação entre o que o modelo previu como rótulo e o que era o rótulo real.

Na seção Insights sobre a precisão do modelo, você pode ver a categoria mais frequente, que 
informa a categoria que o modelo previu com mais frequência e a precisão dessas previsões. Se seu 
modelo prevê um rótulo Positivo corretamente em 99% das vezes, você pode ter certeza de que seu 
modelo é bom em prever sentimentos positivos em texto.
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A captura de tela a seguir mostra as informações de pontuação de um modelo de previsão de texto 
com várias categorias.

Use métricas avançadas em suas análises

A seção a seguir descreve como encontrar e interpretar as métricas avançadas do seu modelo no 
Amazon SageMaker Canvas.

Note

Atualmente, as métricas avançadas só estão disponíveis para modelos de previsão 
numéricos e categóricos.

Para encontrar a guia Métricas avançadas, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, escolha Meus modelos.

3. Escolha o modelo que você construiu.

4. No painel de navegação, escolha a guia Analisar.

5. Na guia Analisar, escolha a guia Métricas avançadas.
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Na guia Métricas avançadas, você pode encontrar a guia Desempenho. A página se parece com a 
captura de tela a seguir.

Na parte superior, você pode ver uma visão geral das pontuações métricas, incluindo a métrica de 
otimização, que é a métrica que você selecionou (ou a que o Canvas selecionou por padrão) para 
otimizar ao criar o modelo.

As seções a seguir descrevem informações mais detalhadas da guia Desempenho nas métricas 
avançadas.

Performance

Na guia Desempenho, você verá uma tabela de métricas, junto com as visualizações que o Canvas 
cria com base no seu tipo de modelo. Para modelos de predição categórica, o Canvas fornece uma
matriz de confusão, enquanto que para modelos de predição numérica, o Canvas fornece gráficos de
resíduos e densidade de erros.

Na tabela Métricas, você recebe uma lista completa das pontuações do seu modelo para cada 
métrica avançada, que é mais abrangente do que a visão geral das pontuações na parte superior da 
página. As métricas mostradas aqui dependem do seu tipo de modelo. Para obter uma referência 
para ajudá-lo a entender e interpretar cada métrica, consulteReferência de métricas.

Para entender as visualizações que podem aparecer com base no seu tipo de modelo, consulte as 
seguintes opções:
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• Matriz de confusão — O Canvas usa matrizes de confusão para ajudá-lo a visualizar quando um 
modelo faz previsões corretamente. Em uma matriz de confusão, seus resultados são organizados 
para comparar os valores previstos com os valores reais. O exemplo a seguir explica como uma 
matriz de confusão funciona para um modelo de predição de 2 categorias que prevê rótulos 
positivos e negativos:

• Positivo verdadeiro — O modelo previu corretamente o positivo quando o rótulo verdadeiro era 
positivo.

• Negativo verdadeiro — O modelo previu corretamente o negativo quando o rótulo verdadeiro era 
negativo.

• Falso-positivo — O modelo previu incorretamente o positivo previsto quando o rótulo verdadeiro 
era negativo.

• Falso-negativo — O modelo previu incorretamente o negativo previsto quando o rótulo 
verdadeiro era positivo.

• Curva de recuperação de precisão — A curva de recuperação de precisão é uma visualização da 
pontuação de precisão do modelo traçada em relação à pontuação de recuperação do modelo. 
Geralmente, um modelo que pode fazer previsões perfeitas teria pontuações de precisão e recall 
que são ambas 1. A curva de recuperação de precisão para um modelo decentemente preciso 
será bastante alta em precisão e recuperação.

• Resíduos — Resíduos são a diferença entre os valores reais e os valores previstos pelo 
modelo. Um gráfico de resíduos representa graficamente os resíduos em relação aos valores 
correspondentes para visualizar sua distribuição e quaisquer padrões ou valores discrepantes. 
Uma distribuição normal de resíduos em torno de zero indica que o modelo é adequado para 
os dados. No entanto, se os resíduos estiverem significativamente distorcidos ou apresentarem 
valores discrepantes, isso pode indicar que o modelo está sobreajustando os dados ou que há 
outros problemas que precisam ser resolvidos.

• Densidade de erro — Um gráfico de densidade de erro é uma representação da distribuição dos 
erros cometidos por um modelo. Ele mostra a densidade de probabilidade dos erros em cada 
ponto, ajudando você a identificar qualquer área em que o modelo possa estar se sobreajustando 
ou cometendo erros sistemáticos.

Veja os candidatos a modelo na tabela de classificação de modelos

Quando você cria um modelo no Amazon SageMaker Canvas, SageMaker treina vários candidatos a 
modelos ou diferentes iterações do modelo e seleciona aquele com o maior valor para a métrica de 
otimização por padrão. O modelo candidato padrão é a única versão que você pode usar com outras 
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funcionalidades do Canvas, como fazer previsões, registrar-se no registro do modelo ou implantar 
em um endpoint.

No entanto, talvez você queira analisar todos os candidatos a modelo e selecionar um candidato 
diferente para ser o modelo padrão. Você pode ver todos os candidatos a modelo e mais detalhes 
sobre cada candidato na tabela de classificação de modelos no Canvas.

Para ver a tabela de classificação do modelo, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, escolha Meus modelos.

3. Escolha o modelo que você construiu.

4. No painel de navegação, escolha a guia Analisar.

5. Na guia Analisar, escolha Tabela de classificação do modelo.

A página da tabela de classificação do modelo é aberta, semelhante à captura de tela a seguir.
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Você pode ver que o primeiro candidato a modelo listado está marcado como o modelo padrão. Esse 
é o modelo candidato com o qual você pode fazer previsões ou implantar em endpoints.

Para visualizar informações métricas mais detalhadas sobre os candidatos 
ao modelo para compará-los, você pode escolher o ícone Mais opções
( ) 
e escolher Exibir detalhes do modelo.

Important

O carregamento dos detalhes do modelo para candidatos a modelos não padrão pode levar 
alguns minutos (normalmente menos de 10 minutos), e as taxas de SageMaker hospedagem 
se aplicam. Para obter mais informações, consulte Preços do SageMaker.

O candidato ao modelo é aberto na guia Analisar e as métricas mostradas são específicas desse 
candidato ao modelo. Quando terminar de revisar as métricas do candidato a modelo, você pode 
voltar ou sair da visualização para retornar à tabela de classificação do modelo.

Se quiser definir o modelo padrão para um candidato diferente, você pode escolher o ícone Mais 
opções
( ) 
e escolher Alterar para o modelo padrão. A alteração do modelo padrão para um modelo treinado 
usando o modo HPO pode levar alguns minutos.

Note

Se seu modelo já estiver implantado em produção, registrado no registro do modelo ou tiver
automações configuradas, você deverá excluir a implantação, o registro do modelo ou as 
automações antes de alterar o modelo padrão.

Referência de métricas

As seções a seguir descrevem as métricas que estão disponíveis no Amazon SageMaker Canvas 
para cada tipo de modelo.
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Métricas para previsão numérica

O seguinte define as métricas para previsão numérica no SageMaker Canvas e fornece informações 
sobre como você pode usá-las.

• InferenceLatency — O tempo aproximado entre fazer uma solicitação de previsão do modelo e 
recebê-la de um endpoint em tempo real no qual o modelo é implantado. Essa métrica é medida 
em segundos e só está disponível para modelos criados com o modo Ensembling.

• MAE – Erro absoluto médio. Em média, a previsão para a coluna de destino é +/- {MAE} a partir do 
valor real.

Mede o quão diferentes são os valores previstos e reais, quando são calculados a média de todos 
os valores. O MAE é comumente usado na predição numérica para entender o erro de predição 
do modelo. Se as previsões forem lineares, o MAE representa a distância média de uma linha 
prevista até o valor real. O MAE é definido como a soma dos erros absolutos dividida pelo número 
de observações. Os valores variam de 0 a infinito, com números menores indicando um melhor 
ajuste do modelo aos dados.

• MAPE – Erro percentual absoluto médio. Em média, a previsão para a coluna alvo é +/- {MAPE}% 
do valor real.

MAPE é a média das diferenças absolutas entre os valores reais e os valores previstos ou 
estimados, dividida pelos valores reais e expressos em porcentagem. Um MAPE menor indica 
melhor desempenho, pois significa que os valores previstos ou estimados estão mais próximos dos 
valores reais.

• MSE — Erro quadrático médio, ou a média das diferenças quadradas entre os valores previstos e 
reais.

Os valores do MSE são sempre positivos. Quanto melhor for o modelo em prever os valores reais, 
menor será o valor do MSE.

• R2 — A porcentagem da diferença na coluna de destino que pode ser explicada pela coluna de 
entrada.

Quantifica o quanto um modelo pode explicar a variância de uma variável dependente. Os valores 
variam de um (1) a menos um (-1). Números mais altos indicam uma fração maior da variabilidade 
explicada. Valores próximos de zero (0) indicam que muito pouco da variável dependente pode ser 
explicada pelo modelo. Valores negativos indicam um ajuste ruim e que o modelo é superado por 
uma função constante (ou uma linha horizontal).

• RMSE — Raiz do erro quadrático médio ou o desvio padrão dos erros.
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Mede a raiz quadrada da diferença quadrada entre os valores previstos e reais e é calculada a 
média de todos os valores. Ela é usada para entender o erro de predição do modelo e é uma 
métrica importante para indicar a presença de grandes erros e discrepâncias no modelo. Os 
valores variam de zero (0) a infinito, com números menores indicando um melhor ajuste dos 
modelos aos dados. O RMSE depende da escala e não deve ser usado para comparar conjuntos 
de dados de diferentes tipos.

Métricas para predição categórica

Esta seção define as métricas para previsão categórica no SageMaker Canvas e fornece 
informações sobre como você pode usá-las.

Veja a seguir uma lista das métricas disponíveis para a previsão de 2 categorias:

• Precisão – A porcentagem de previsões corretas.

Ou a razão entre o número de itens previstos corretamente e o número total de previsões. A 
precisão mede o quão próximos estão os valores de classe previstos dos valores reais. Os valores 
das métricas de precisão variam entre zero (0) e um (1). Um valor de 1 indica precisão perfeita e 0 
indica total imprecisão.

• AUC – Um valor entre 0 e 1 que indica o quão bem seu modelo é capaz de separar as categorias 
em seu conjunto de dados. Um valor de 1 indica que ele foi capaz de separar as categorias 
perfeitamente.

• BalancedAccuracy — Mede a proporção de previsões precisas em relação a todas as previsões.

Essa razão é calculada após a normalização de positivos verdadeiros (TP) e negativos 
verdadeiros (TN) pelo número total de valores positivos (P) e negativos (N). É definido da 
seguinte forma:0.5*((TP/P)+(TN/N)), com valores que variam de 0 a 1. A métrica de precisão 
balanceada fornece uma melhor medida de precisão quando o número de positivos ou negativos 
difere muito um do outro em um conjunto de dados desequilibrado, como quando apenas 1% dos 
e-mails são spam.

• F1 – Uma medida equilibrada de precisão que leva em consideração o saldo para a conta.

É a média harmônica das pontuações de precisão e recall, definida da seguinte forma:F1 = 2 * 
(precision * recall) / (precision + recall). As pontuações F1 variam entre 0 e 1. 
Uma pontuação de 1 indica a melhor performance possível, e 0 indica a pior.
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• InferenceLatency — O tempo aproximado entre fazer uma solicitação de previsão do modelo e 
recebê-la de um endpoint em tempo real no qual o modelo é implantado. Essa métrica é medida 
em segundos e só está disponível para modelos criados com o modo Ensembling.

• LogLoss — A perda de log, também conhecida como perda de entropia cruzada, é uma métrica 
usada para avaliar a qualidade das saídas de probabilidade, em vez das saídas em si. A perda de 
log é uma métrica importante para indicar quando um modelo faz previsões incorretas com altas 
probabilidades. Os valores variam de 0 a infinito. Um valor de 0 representa um modelo que prevê 
perfeitamente os dados.

• Precisão — De todas as vezes em que {categoria x} foi prevista, a previsão estava correta 
{precisão}% das vezes.

A precisão mede o quão bem um algoritmo prevê os positivos verdadeiros (TP) de todos os 
positivos que ele identifica. É definido da seguinte forma:Precision = TP/(TP+FP), com 
valores que variam de zero (0) a um (1). A precisão é uma métrica importante quando o custo 
de um falso-positivo é alto. Por exemplo, o custo de um falso-positivo é muito alto se o sistema 
de segurança de um avião for considerado falsamente seguro para voar. Um falso-positivo (FP) 
reflete uma previsão positiva que, na verdade, é negativa nos dados.

• Recuperação — O modelo previu corretamente que {recall}% seria {categoria x} quando 
{target_column} era na verdade {categoria x}.

O recall mede o quão bem um algoritmo prevê corretamente todos os positivos verdadeiros (TP) 
em um conjunto de dados. Um positivo verdadeiro é uma previsão positiva que também é um 
valor positivo real nos dados. O recall é definido da seguinte forma:Recall = TP/(TP+FN), com 
valores que variam de 0 a 1. Pontuações mais altas refletem uma melhor capacidade do modelo 
de prever positivos verdadeiros (TP) nos dados. Observe que geralmente é insuficiente medir 
apenas o recall, porque prever cada saída como um verdadeiro positivo produz uma pontuação de 
recall perfeita.

A seguir está uma lista das métricas disponíveis para previsão de mais de 3 categorias:

• Precisão – A porcentagem de previsões corretas.

Ou a razão entre o número de itens previstos corretamente e o número total de previsões. A 
precisão mede o quão próximos estão os valores de classe previstos dos valores reais. Os valores 
das métricas de precisão variam entre zero (0) e um (1). Um valor de 1 indica precisão perfeita e 0 
indica total imprecisão.

• BalancedAccuracy — Mede a proporção de previsões precisas em relação a todas as previsões.
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Essa razão é calculada após a normalização de positivos verdadeiros (TP) e negativos 
verdadeiros (TN) pelo número total de valores positivos (P) e negativos (N). É definido da 
seguinte forma:0.5*((TP/P)+(TN/N)), com valores que variam de 0 a 1. A métrica de precisão 
balanceada fornece uma melhor medida de precisão quando o número de positivos ou negativos 
difere muito um do outro em um conjunto de dados desequilibrado, como quando apenas 1% dos 
e-mails são spam.

• F1macro — A pontuação F1macro aplica a pontuação F1 calculando a precisão e a recuperação 
e, em seguida, tomando sua média harmônica para calcular a pontuação F1 para cada classe. Em 
seguida, o F1macro calcula a média das pontuações individuais para obter a pontuação F1macro. 
As pontuações F1macro variam entre 0 e 1. Uma pontuação de 1 indica a melhor performance 
possível, e 0 indica a pior.

• InferenceLatency — O tempo aproximado entre fazer uma solicitação de previsão do modelo e 
recebê-la de um endpoint em tempo real no qual o modelo é implantado. Essa métrica é medida 
em segundos e só está disponível para modelos criados com o modo Ensembling.

• LogLoss — A perda de log, também conhecida como perda de entropia cruzada, é uma métrica 
usada para avaliar a qualidade das saídas de probabilidade, em vez das saídas em si. A perda de 
log é uma métrica importante para indicar quando um modelo faz previsões incorretas com altas 
probabilidades. Os valores variam de 0 a infinito. Um valor de 0 representa um modelo que prevê 
perfeitamente os dados.

• PrecisionMacro — Mede a precisão calculando a precisão para cada classe e calculando a média 
das pontuações para obter precisão para várias classes. As pontuações variam de zero (0) a um 
(1). Pontuações mais altas refletem a capacidade do modelo de prever positivos verdadeiros (TP) 
a partir de todos os positivos identificados, com a média de várias classes.

• RecallMacro — Mede a recordação calculando a recordação para cada classe e calculando a 
média das pontuações para obter a recordação de várias classes. As pontuações variam de 0 a 1. 
Pontuações mais altas refletem a capacidade do modelo de prever positivos verdadeiros (TP) em 
um conjunto de dados, enquanto um positivo verdadeiro reflete uma previsão positiva que também 
é um valor positivo real nos dados. Frequentemente, é insuficiente medir apenas o recall, porque 
prever cada saída como um positivo verdadeiro produzirá uma pontuação de recall perfeita.

Observe que, para a previsão de mais de 3 categorias, você também recebe as métricas médias 
de F1, Precisão, Precisão e Recall. As pontuações dessas métricas são apenas a média das 
pontuações métricas de todas as categorias.
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Métricas para previsão de imagens e textos

Veja a seguir uma lista das métricas disponíveis para previsão de imagem e previsão de texto.

• Precisão – A porcentagem de previsões corretas.

Ou a razão entre o número de itens previstos corretamente e o número total de previsões. A 
precisão mede o quão próximos estão os valores de classe previstos dos valores reais. Os valores 
das métricas de precisão variam entre zero (0) e um (1). Um valor de 1 indica precisão perfeita e 0 
indica total imprecisão.

• F1 – Uma medida equilibrada de precisão que leva em consideração o saldo para a conta.

É a média harmônica das pontuações de precisão e recall, definida da seguinte forma:F1 = 2 * 
(precision * recall) / (precision + recall). As pontuações F1 variam entre 0 e 1. 
Uma pontuação de 1 indica a melhor performance possível, e 0 indica a pior.

• Precisão — De todas as vezes em que {categoria x} foi prevista, a previsão estava correta 
{precisão}% das vezes.

A precisão mede o quão bem um algoritmo prevê os positivos verdadeiros (TP) de todos os 
positivos que ele identifica. É definido da seguinte forma:Precision = TP/(TP+FP), com 
valores que variam de zero (0) a um (1). A precisão é uma métrica importante quando o custo 
de um falso-positivo é alto. Por exemplo, o custo de um falso-positivo é muito alto se o sistema 
de segurança de um avião for considerado falsamente seguro para voar. Um falso-positivo (FP) 
reflete uma previsão positiva que, na verdade, é negativa nos dados.

• Recuperação — O modelo previu corretamente que {recall}% seria {categoria x} quando 
{target_column} era na verdade {categoria x}.

O recall mede o quão bem um algoritmo prevê corretamente todos os positivos verdadeiros (TP) 
em um conjunto de dados. Um positivo verdadeiro é uma previsão positiva que também é um 
valor positivo real nos dados. O recall é definido da seguinte forma:Recall = TP/(TP+FN), com 
valores que variam de 0 a 1. Pontuações mais altas refletem uma melhor capacidade do modelo 
de prever positivos verdadeiros (TP) nos dados. Observe que geralmente é insuficiente medir 
apenas o recall, porque prever cada saída como um verdadeiro positivo produz uma pontuação de 
recall perfeita.

Observe que, para modelos de previsão de imagem e texto em que você está prevendo 3 ou 
mais categorias, você também recebe as métricas médias de F1, Precisão, Precisão e Recall. As 
pontuações dessas métricas são apenas a média das pontuações métricas de todas as categorias.
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Métricas para previsões de séries temporais

O seguinte define as métricas avançadas para previsões de séries temporais no Amazon SageMaker 
Canvas e fornece informações sobre como você pode usá-las.

• Perda Quantílica Média Ponderada (wQl) – Avalia a previsão calculando a média da precisão nos 
quantis P10, P50 e P90. Um valor mais baixo indica um modelo mais preciso.

• Erro percentual absoluto ponderado (WAPE) – A soma do erro absoluto normalizado pela soma da 
meta absoluta, que mede o desvio geral dos valores previstos dos valores observados. Um valor 
menor indica um modelo mais preciso, onde WAPE = 0 é um modelo sem erros.

• Root Mean Square Error (RMSE) – A raiz quadrada dos erros quadráticos médios. Um RMSE mais 
baixo indica um modelo mais preciso, onde RMSE = 0 é um modelo sem erros.

• Erro percentual absoluto médio (MAPE) – O erro percentual (diferença percentual do valor médio 
previsto versus o valor real) calculado em média em todos os pontos temporais. Um valor menor 
indica um modelo mais preciso, onde MAPE = 0 é um modelo sem erros.

• Erro médio absoluto em escala (MASE) – O erro médio absoluto da previsão normalizado pelo erro 
médio absoluto de um método simples de previsão de linha de base. Um valor mais baixo indica 
um modelo mais preciso, onde MASE < 1 é estimado como melhor do que a linha de base e MASE 
> 1 é estimado como pior do que a linha de base.

Faça previsões para seus dados

Use o modelo personalizado que você criou no SageMaker Canvas para fazer previsões para 
seus dados. As seções a seguir mostram como fazer previsões para modelos de previsão 
numéricos categóricos, modelos de previsão de imagem e modelos de previsão de texto. Para obter 
informações sobre como fazer previsões com um modelo de previsão de séries temporais, consulte
Fazer uma previsão de série temporal.

Modelos personalizados de previsão numérica e categórica,previsão de imagem e previsão de texto 
permitem fazer os seguintes tipos de previsões para seus dados:

• Previsões únicas – Uma previsão única é quando você só precisa fazer uma previsão. Por 
exemplo, você tem uma imagem ou passagem de texto que deseja classificar.

• Previsões em lote – Uma previsão em lote é quando você gostaria de fazer previsões para um 
conjunto de dados inteiro. Por exemplo, você pode ter um arquivo CSV de revisões de clientes 
para as quais gostaria de prever o sentimento do cliente ou ter arquivos de imagem que gostaria 
de classificar. Você deve fazer previsões com um conjunto de dados que corresponda ao seu 
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conjunto de dados de entrada. O Canvas fornece a capacidade de fazer previsões em lote 
manuais, ou você pode configurar previsões em lote automáticas que são iniciadas sempre que 
um conjunto de dados especificado é atualizado no Canvas.

Para cada previsão ou conjunto de previsões, o SageMaker Canvas retorna o seguinte:

• Os valores previstos

• A probabilidade de o valor previsto estar correto

Conceitos básicos

Escolha um dos fluxos de trabalho a seguir para fazer previsões com seu modelo personalizado:

• Faça previsões em lote

• Faça previsões únicas

Depois de gerar previsões com seu modelo, você também pode fazer o seguinte:

• Atualize seu modelo criando uma nova versão. Se quiser tentar melhorar a precisão da previsão 
do seu modelo, você pode criar novas versões do seu modelo. Você pode atualizar seus dados ou 
alterar as transformações avançadas usadas e, em seguida, revisar e comparar as versões do seu 
modelo para escolher a melhor.

• Registrar uma versão do modelo no registro do SageMaker modelo. Você pode registrar versões 
do seu modelo no registro do SageMaker modelo, que é um recurso para rastrear e gerenciar o 
status das versões do modelo e dos pipelines de aprendizado de máquina. Um cientista de dados 
ou usuário da equipe MLOps com acesso ao registro do SageMaker modelo pode revisar suas 
versões do modelo e aprová-las ou rejeitá-las antes de implantá-las na produção.

• Envie suas previsões de lote para a Amazon QuickSight. Na Amazon QuickSight, você pode criar 
e publicar painéis com seus conjuntos de dados de previsão em lote. Isso pode ajudar você a 
analisar e compartilhar os resultados gerados pelo seu modelo personalizado.
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Faça previsões únicas

Note

Esta seção descreve como obter previsões únicas do seu modelo dentro do aplicativo 
Canvas. Para obter informações sobre como fazer invocações em tempo real em um 
ambiente de produção implantando seu modelo em um endpoint, consulte Implantar seus 
modelos em um endpoint.

Faça previsões únicas se quiser obter uma previsão para um único ponto de dados. Você pode usar 
esse recurso para obter previsões em tempo real ou experimentar a alteração de valores individuais 
para ver como eles afetam o resultado da previsão.

Escolha um dos procedimentos a seguir com base no tipo de modelo.

Faça previsões únicas com modelos de previsão numéricos e categóricos

Para fazer uma única previsão para um modelo de predição numérica ou categórica, faça o seguinte:

1. No painel de navegação esquerdo do aplicativo Canvas, selecione Meus modelos.

2. Na página Meus modelos, selecione o seu modelo.

3. Depois de abrir seu modelo, escolha a guia Previsão.

4. Na página Executar previsões, escolha Previsão única.

5. Para cada campo Coluna, que representa as colunas dos seus dados de entrada, você 
pode alterar o Valor. Selecione a lista suspensa Valor que você deseja alterar. Para campos 
numéricos, você pode inserir um novo número. Para campos com rótulos, você pode selecionar 
um rótulo diferente.

6. Quando você estiver pronto para gerar a previsão, no painel de Previsão à direita, escolha
Atualizar.

No painel de Previsão à direita, você verá o resultado da previsão. Você pode copiar o gráfico de 
resultados da previsão ou também pode escolher fazer o Download do gráfico de resultados da 
previsão como uma imagem ou baixar os valores e a previsão como um arquivo CSV.
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Faça previsões únicas com modelos de previsão de imagem

Para fazer uma previsão única para um modelo de previsão de imagem de rótulo único, faça o 
seguinte:

1. No painel de navegação à esquerda do aplicativo do Canvas, selecione Meus modelos.

2. Na página Meus modelos, selecione o seu modelo.

3. Depois de abrir seu modelo, escolha a guia Previsão.

4. Na página Executar previsões, escolha Previsão única.

5. Escolha Importar imagem.

6. Você será solicitado a carregar uma imagem. É possível carregar uma imagem do seu 
computador local ou de um bucket do Amazon S3.

7. Escolha Importar para importar sua imagem e gerar a previsão.

No painel direito de Resultados da previsão, o modelo lista os rótulos possíveis para a imagem junto 
com uma pontuação de Confiança para cada rótulo. Por exemplo, o modelo pode prever o rótulo Sea
para uma imagem com uma pontuação de confiança de 96%. O modelo pode ter previsto a imagem 
como um Glacier com apenas uma pontuação de confiança de 4%. Portanto, você pode determinar 
se seu modelo está bastante confiante na previsão de imagens do mar.

Faça previsões únicas com modelos de previsão de texto

Para fazer uma única previsão para um modelo de previsão de texto com várias categorias, faça o 
seguinte:

1. No painel de navegação à esquerda do aplicativo do Canvas, selecione Meus modelos.

2. Na página Meus modelos, selecione o seu modelo.

3. Depois de abrir seu modelo, escolha a guia Previsão.

4. Na página Executar previsões, escolha Previsão única.

5. Em Campo de texto, insira o texto para o qual você gostaria de obter uma previsão.

6. Escolha Gerar resultados de previsão para obter sua previsão.

No painel à direita Resultados da previsão, você receberá uma análise do seu texto, além de uma 
pontuação de Confiança para cada resultado ou rótulo possível. Por exemplo, se você inseriu 
uma boa avaliação de um produto, você pode obter Positiva com uma pontuação de confiança de 
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85%, enquanto a pontuação de confiança de Neutro pode ser de 10% e a pontuação de confiança
Negativa pode se de apenas 5%.

Faça previsões em lote

Faça previsões em lote quando tiver um conjunto de dados inteiro para o qual gostaria de gerar 
previsões.

Há dois tipos de previsões em lote que você pode fazer:

• As previsões manuais em lote ocorrem quando você tem um conjunto de dados para o qual deseja 
fazer previsões únicas.

• As previsões automáticas em lote ocorrem quando você configura uma configuração que executa 
uma previsão em lote sempre que um conjunto de dados específico é atualizado. Por exemplo, 
se você configurou atualizações semanais em um conjunto de dados de inventário do SageMaker 
Canvas, você pode configurar previsões automáticas em lote que são executadas sempre que 
você atualiza o conjunto de dados. Depois de configurar um fluxo de trabalho automatizado de 
previsões em lote, consulte Gerenciar automações para obter mais informações sobre como 
visualizar e editar os detalhes da sua configuração. Para obter mais informações sobre como 
configurar a atualizações automáticas de conjuntos de dados, consulte Configurar atualizações 
automáticas para um conjunto de dados.

Note

Você só pode configurar previsões automáticas em lote para conjuntos de dados importados 
por meio de upload local ou do Amazon S3. Além disso, as previsões em lote automáticas 
só podem ser executadas enquanto você estiver logado no aplicativo Canvas. Se você sair 
do Canvas, os trabalhos de previsão automática em lote serão retomados quando você fizer 
login novamente.

Para começar, revise a seção a seguir para ver os requisitos do conjunto de dados de previsão em 
lote e, em seguida, escolha um dos seguintes fluxos de trabalho de predição de lotes manuais ou 
automáticos.

Requisitos do conjunto de dados de previsão em lote

Para previsões em lote, certifique-se de que seus conjuntos de dados atendam aos requisitos 
descritos em Criar um conjunto de dados.
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Talvez você não consiga fazer previsões em alguns conjuntos de dados porque eles têm
esquemasincompatíveis. Um esquema é uma estrutura organizacional. Para um conjunto de dados 
tabulares, o esquema envolve os nomes das colunas e o tipo de dados dos dados nas colunas. Um 
esquema incompatível pode ocorrer por um dos seguintes motivos:

• O conjunto de dados que você está usando para fazer previsões tem menos colunas do que o 
conjunto de dados que você está usando para criar o modelo.

• Os tipos de dados nas colunas que você usou para criar o conjunto de dados podem ser diferentes 
dos tipos de dados no conjunto de dados que você está usando para fazer previsões.

• O conjunto de dados que você está usando para fazer previsões e o conjunto de dados que você 
usou para compilar o modelo têm nomes de colunas que não coincidem. Os nomes das colunas 
diferenciam letras maiúsculas. Column1 não é o mesmo que column1.

Para garantir que você possa gerar previsões em lote com êxito, combine o esquema do seu 
conjunto de dados de previsões em lote com o conjunto de dados que você usou para treinar o 
modelo.

Note

Para previsões em lote, se você eliminou alguma coluna ao ao compilar seu modelo, o 
Canvas adiciona as colunas eliminadas de volta aos resultados da previsão. No entanto, o 
Canvas não adicionará as colunas eliminadas às suas previsões em lote para modelos de 
séries temporais.

Faça previsões em lote manuais

Escolha um dos seguintes procedimentos para fazer previsões manuais de lote com base no tipo do 
seu modelo.

Faça previsões em lote manuais com modelos de predição numéricos e categóricos

Para fazer previsões manuais em lote para um modelo de predição numérico ou categórico, faça o 
seguinte:

1. No painel de navegação à esquerda do aplicativo do Canvas, selecione Meus modelos.

2. Na página Meus modelos, selecione o seu modelo.

3. Depois de abrir seu modelo, escolha a guia Previsão.
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4. Na página Executar previsões, escolha Previsão em lote.

5. Escolha Selecionar conjunto de dados se você já tiver importado seu conjunto de dados. Caso 
contrário, escolha Importar novo conjunto de dados e, em seguida, você será direcionado pelo 
fluxo de trabalho de importação de dados.

6. Na lista de conjuntos de dados disponíveis, selecione seu conjunto de dados e escolha Gerar 
previsões para obter suas previsões.

Depois que a execução do trabalho de previsão for concluída, na página Executar 
previsões, você verá um conjunto de dados de saída listado em Previsões. Esse 
conjunto de dados contém seus resultados e, se você selecionar o ícone Mais opções
( ), 
poderá escolher Pré-visualizar os dados de saída. Você pode ver os dados de entrada 
correspondentes à previsão e a probabilidade de que a previsão esteja correta. Em seguida, você 
pode escolher Baixar previsão para baixar os resultados como um arquivo.

Faça previsões em lote manuais com modelos de previsão de imagem

Para fazer previsões em lote manuais para um modelo de previsão de rotulagem de imagens únicas, 
faça o seguinte:

1. No painel de navegação à esquerda do aplicativo do Canvas, selecione Meus modelos.

2. Na página Meus modelos, selecione o seu modelo.

3. Depois de abrir seu modelo, escolha a guia Previsão.

4. Na página Executar previsões, escolha Previsão em lote.

5. Escolha Selecionar conjunto de dados se você já tiver importado seu conjunto de dados. Caso 
contrário, escolha Importar novo conjunto de dados e, em seguida, você será direcionado pelo 
fluxo de trabalho de importação de dados.

6. Na lista de conjuntos de dados disponíveis, selecione seu conjunto de dados e escolha Gerar 
previsões para obter suas previsões.

Depois que a execução do trabalho de previsão for concluída, na página Executar 
previsões, você verá um conjunto de dados de saída listado em Previsões. Esse 
conjunto de dados contém seus resultados e, se você selecionar o ícone Mais opções
( ), 
poderá escolher Exibir resultados de previsão para visualizar os dados de saída. Você pode ver 
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as imagens junto com seus rótulos previstos e pontuações de confiança. Em seguida, você pode 
escolher Baixar previsão e baixar os resultados como um arquivo CSV ou ZIP.

Faça previsões em lote manuais com modelos de previsão de texto

Para fazer previsões manuais em lote para um modelo de previsão de texto em múltiplas categorais, 
faça o seguinte:

1. No painel de navegação à esquerda do aplicativo do Canvas, selecione Meus modelos.

2. Na página Meus modelos, selecione o seu modelo.

3. Depois de abrir seu modelo, escolha a guia Previsão.

4. Na página Executar previsões, escolha Previsão em lote.

5. Escolha Selecionar conjunto de dados se você já tiver importado seu conjunto de dados. Caso 
contrário, escolha Importar novo conjunto de dados e, em seguida, você será direcionado pelo 
fluxo de trabalho de importação de dados. O conjunto de dados escolhido deve ter a mesma 
coluna de origem do conjunto de dados com o qual você criou o modelo.

6. Na lista de conjuntos de dados disponíveis, selecione seu conjunto de dados e escolha Gerar 
previsões para obter suas previsões.

Depois que a execução do trabalho de previsão for concluída, na página Executar 
previsões, você verá um conjunto de dados de saída listado em Previsões. Esse 
conjunto de dados contém seus resultados e, se você selecionar o ícone Mais opções
( ), 
poderá escolher Pré-visualizar para ver os dados de saída. Você pode ver as imagens junto com 
seus rótulos previstos e pontuações de confiança. Em seguida, você pode escolher Baixar previsão
para baixar os resultados.

Faça previsões automáticas em lote

Para configurar uma programação para previsões automáticas em lote, faça o seguinte:

1. No painel de navegação à esquerda do Canvas, selecione Meus modelos.

2. Escolha seu modelo.

3. Escolha a guia Prever.

4. Escolha Previsões em lote.

5. Em Gerar previsões, escolha Automático.
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6. A caixa de diálogo Automatizar previsões em lote é exibida. Escolha Selecionar conjunto de dados
e escolha o conjunto de dados para o qual você deseja automatizar as previsões. Observe que 
você só pode selecionar um conjunto de dados que foi importado por meio de upload local ou do 
Amazon S3.

7. Depois de selecionar um conjunto de dados, escolha Configurar.

O Canvas executa um trabalho de previsões em lote para o conjunto de dados depois que você 
define a configuração. Então, toda vez que você Atualizar um conjunto de dados, manual ou 
automaticamente, outro trabalho de previsão em lote é executado.

Depois que a execução do trabalho de previsão for concluída, na página Executar 
previsões, você verá um conjunto de dados de saída listado em Previsões. Esse 
conjunto de dados contém seus resultados e, se você selecionar o ícone Mais opções
( ), 
poderá escolher Pré-visualizar os dados de saída. Você pode ver os dados de entrada 
correspondentes à previsão e a probabilidade de que a previsão esteja correta. Em seguida, você 
pode escolher Download para baixar os resultados.

As seções a seguir descrevem como visualizar, atualizar e excluir sua configuração automática 
de previsão em lote por meio da página Conjuntos de dados no aplicativo Canvas. Você só pode 
configurar o máximo de 20 configurações automáticas no Canvas. Para obter mais informações 
sobre como visualizar suas previsões em lote automatizadas, histórico de trabalhos ou fazer 
alterações em sua configuração automática por meio da página Automações, consulte Gerenciar 
automações.

Visualize seus trabalhos de previsão em lotes automática

Para visualizar seu histórico de trabalhos para suas previsões em lote automáticas, acesse a guia
Previsão do seu modelo.

Cada tarefa automática de previsão em lote aparece na guia Previsões do seu modelo. Em
Previsões, você pode ver a guia Todos os trabalhos e as guias de Configuração:

• Todos os trabalhos — Nessa guia, você pode ver todas as tarefas de previsão 
em lote desse modelo. Você pode filtrar os trabalhos por nome de configuração: 
Para cada trabalho, você pode ver campos como o conjunto de dados de entrada, 
que inclui a versão do conjunto de dados, e o tipo de previsão, como se as 
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previsões foram automáticas ou manuais. Se você escolher o ícone Mais opções
( ), 
poderá escolher Exibir previsão ou Baixar previsão.

• Configuração — Nessa guia, você pode ver todas as configurações automáticas de previsão 
em lotes que você criou para esse modelo. Para cada configuração, você pode ver campos 
como o timestamp de quando ela foi criada, o conjunto de dados de entrada que ele rastreia 
para atualizações e o próximo trabalho agendado. Se você escolher o ícone Mais opções
( ), 
poderá escolher Visualizar todos os trabalhos para ver o histórico de trabalhos e os trabalhos em 
andamento para a configuração.

Edite sua configuração automática de previsão em lote

É possível fazer alterações na configuração atualizada automática de um conjunto de dados, como 
alterar a frequência das atualizações. Você também pode querer desativar sua configuração de 
atualização automática para pausar as atualizações do seu conjunto de dados.

Ao editar uma configuração de previsão em lote, você pode alterar o conjunto de dados de destino, 
mas não a frequência (já que as previsões em lote automáticas ocorrem sempre que o conjunto de 
dados é atualizado).

Para editar sua configuração atualizada automática, faça o seguinte:

1. Vá até a guia Previsão do seu modelo.

2. Em Previsões, escolha a guia Configuração.

3. Encontre sua configuração e escolha o ícone Mais opções
( ).

4. Na lista suspensa, escolha Atualizar configuração.

5. A caixa de diálogo Automatizar previsão em lote é aberta. Você pode selecionar outro conjunto de 
dados e escolher Configurar para salvar suas alterações.

Sua configuração automática de previsões em lote agora está atualizada.

Para pausar suas previsões em lote automáticas, desative sua configuração automática fazendo o 
seguinte:

1. Vá até a guia Previsões do seu modelo.
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2. Em Previsões, escolha a guia de Configuração.

3. Encontre sua configuração na lista e desative o botão de atualização automática.

As previsões em lote automáticas agora estão pausadas. Você pode alternar essa opção novamente 
a qualquer momento para retomar a atualização agendada.

Exclua sua configuração automática de previsão em lote

Para saber como excluir sua configuração automática de previsão em lote, consulte Excluir uma 
configuração automática.

Você também pode excluir sua configuração da seguinte maneira:

1. Vá até a guia Previsões do seu modelo.

2. Em Previsões, escolha a guia de Configuração.

3. Encontre sua configuração na lista e escolha o ícone Mais opções
( ).

4. Na lista suspensa, escolha Excluir configurações.

Sua configuração agora deve ser excluída.

Envie previsões para a Amazon QuickSight

Note

Você pode enviar previsões em lote para a Amazon QuickSight para modelos de previsão 
numérica e categórica e de previsão de séries temporais. Você também pode enviar 
previsões geradas com modelos BYOM. Os modelos de previsão de imagem com rótulo 
único e previsão de texto com várias categorias são excluídos.

Depois de gerar previsões em lote com modelos tabulares personalizados no SageMaker Canvas, 
você pode enviar essas previsões como arquivos CSV para a Amazon QuickSight, que é um serviço 
de inteligência de negócios (BI) para criar e publicar painéis preditivos.

Por exemplo, se você criou um modelo de previsão de 2 categorias para determinar se um cliente 
abandonará, poderá criar um painel visual e preditivo QuickSight para mostrar a porcentagem de 

Usar modelos personalizados 1053

https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-byom.html


Amazon SageMaker Guia do Desenvolvedor

clientes que se espera que abandonem. Para saber mais sobre a Amazon QuickSight, consulte o
Guia QuickSight do usuário da Amazon.

As seções a seguir mostram como enviar suas previsões em lote QuickSight para análise.

Antes de começar

Seu usuário deve ter as permissões necessárias AWS Identity and Access Management (IAM) para 
enviar suas previsões para QuickSight. Seu administrador pode configurar as permissões do IAM 
para seu usuário. Para ter mais informações, consulte Conceda aos seus usuários permissões para 
enviar previsões para a Amazon QuickSight.

Sua QuickSight conta deve conter o default namespace, que é configurado quando você cria 
sua QuickSight conta pela primeira vez. Entre em contato com seu administrador para ajudá-lo a 
obter acesso QuickSight a. Para obter mais informações, consulte Configuração para a Amazon 
QuickSight no Guia do QuickSight usuário da Amazon.

Sua QuickSight conta deve ser criada na mesma região do seu aplicativo Canvas. Se a região de 
origem da sua QuickSight conta for diferente da região do seu aplicativo Canvas, você deve fechar e 
recriar sua QuickSight conta ou configurar um aplicativo Canvas na mesma região da sua QuickSight 
conta. Você pode verificar sua região de QuickSight origem fazendo o seguinte (supondo que você já 
tenha uma QuickSight conta):

1. Abra seu QuickSight console.

2. Quando a página carrega, sua região de QuickSight origem é anexada ao URL no seguinte 
formato:https://<your-home-region>.quicksight.aws.amazon.com/.

Você deve saber os nomes de usuário dos QuickSight usuários para os quais deseja enviar suas 
previsões. Você pode enviar previsões para si mesmo ou para outros usuários que tenham as 
permissões corretas. Todos os usuários para os quais você envia previsões devem estar no
default namespace da sua QuickSight conta e ter a função Author ou Admin em. QuickSight

Além disso, QuickSight deve ter acesso ao bucket SageMaker padrão do Amazon S3 para o seu 
domínio, que é nomeado com o seguinte formato:. sagemaker-{REGION}-{ACCOUNT_ID}
A região deve ser a mesma que a região de origem da sua QuickSight conta e a região do seu 
aplicativo Canvas. Para saber como dar QuickSight acesso às previsões de lote armazenadas em 
seu bucket do Amazon S3, consulte o tópico Não consigo me conectar ao Amazon S3 no Guia do 
usuário da QuickSight  Amazon.
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Formatos de dados suportados

Antes de enviar suas previsões, verifique se o formato de dados de suas previsões em lote é 
compatível com. QuickSight

• Para saber mais sobre os formatos de dados aceitos para dados de séries temporais, consulte
Formatos de data compatíveis no Guia QuickSight  do usuário da Amazon.

• Para saber mais sobre valores de dados que podem impedir você de enviar para QuickSight, 
consulte Valores não suportados em dados no Guia do QuickSight usuário da Amazon.

Observe também que a Amazon QuickSight usa o caractere " como um qualificador de texto, 
portanto, se seus dados do Canvas contiverem algum " caractere, certifique-se de fechar todas as 
aspas correspondentes. Quaisquer cotações incompatíveis podem causar problemas ao enviar seu 
conjunto de dados para. QuickSight

Envie suas previsões em lote para QuickSight

Use o procedimento a seguir para enviar suas previsões para QuickSight:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, escolha Meus modelos.

3. Na página Meus modelos, selecione o seu modelo.

4. Escolha a guia Prever.

5. Em Previsões, selecione o conjunto de dados (ou conjuntos de dados) das previsões em 
lote que você gostaria de compartilhar. Você pode compartilhar até 5 conjuntos de dados de 
previsões em lote por vez.

6. Depois de selecionar seu conjunto de dados, escolha Enviar para a Amazon QuickSight.

Note

O QuickSight botão Enviar para a Amazon não é ativado, a menos que você selecione 
um ou mais conjuntos de dados.

Como alternativa, você pode visualizar suas previsões escolhendo o ícone Mais opções
( ) 
e, depois, Exibir os resultados das previsões. Na pré-visualização do conjunto de dados, você 

Usar modelos personalizados 1055

https://docs.aws.amazon.com/quicksight/latest/user/supported-date-formats.html
https://docs.aws.amazon.com/quicksight/latest/user/unsupported-data-values.html


Amazon SageMaker Guia do Desenvolvedor

pode escolher Enviar para a Amazon QuickSight. A captura de tela a seguir mostra o QuickSight 
botão Enviar para a Amazon em uma prévia do conjunto de dados.

7. Na caixa de QuickSight diálogo Enviar para a Amazon, faça o seguinte:

a. Para QuickSight usuários, insira o nome dos QuickSight usuários para os quais você deseja 
enviar suas previsões. Se você quiser enviá-los para si mesmo, digite seu próprio nome 
de usuário. Você só pode enviar previsões para usuários no default namespace da 
QuickSight conta, e o usuário deve ter a função Author ou Admin em. QuickSight

b. Selecione Enviar.

A captura de tela a seguir mostra a caixa de QuickSight diálogo Enviar para a Amazon:
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Depois de enviar suas previsões em lote, o QuickSightcampo dos conjuntos de dados que você 
enviou é exibido como. Sent Na caixa de confirmação que confirma que suas previsões foram 
enviadas, você pode escolher Abrir Amazon QuickSight para abrir sua QuickSight inscrição. Se você 
terminou de usar o Canvas, você deve fazer logout do aplicativo Canvas.

Os QuickSight usuários para os quais você enviou conjuntos de dados podem abrir o QuickSight 
aplicativo e visualizar os conjuntos de dados do Canvas que foram compartilhados com eles. Em 
seguida, eles podem criar painéis preditivos com os dados. Para obter mais informações, consulte
Introdução à análise de QuickSight dados da Amazon no Guia QuickSight do usuário da Amazon.

Por padrão, todos os usuários para os quais você envia previsões têm permissões de proprietário 
para o conjunto de dados em. QuickSight Os proprietários podem criar análises, atualizar, editar, 
excluir e compartilhar novamente conjuntos de dados. As alterações que os proprietários fazem em 
um conjunto de dados alteram o conjunto de dados de todos os usuários com acesso. Para alterar 
as permissões, acesse o conjunto de dados QuickSight e gerencie suas permissões. Para obter mais 
informações, consulte Visualização e edição das permissões dos usuários com os quais um conjunto 
de dados é compartilhado no Guia do QuickSight usuário da Amazon.

Usar modelos personalizados 1057

https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-log-out.html
https://docs.aws.amazon.com/quicksight/latest/user/getting-started.html
https://docs.aws.amazon.com/quicksight/latest/user/sharing-data-sets.html#view-users-data-set
https://docs.aws.amazon.com/quicksight/latest/user/sharing-data-sets.html#view-users-data-set


Amazon SageMaker Guia do Desenvolvedor

Baixe um modelo de caderno

Note

O recurso de caderno de modelos está disponível somente para modelos tabulares e 
modelos de base ajustados com precisão. Os cadernos de modelos não são compatíveis 
com modelos de previsão de imagem, previsão de texto ou previsão de séries temporais.
Se você quiser gerar um modelo de caderno para um modelo tabular criado antes do 
lançamento desse recurso, você deve reconstruir o modelo para gerar um notebook.

Para modelos elegíveis que você cria com sucesso no Amazon SageMaker Canvas, um notebook 
Jupyter contendo um relatório de todas as etapas de construção do modelo é gerado. Esse notebook 
Jupyter contém código Python que você pode executar localmente ou em um ambiente como o 
Amazon SageMaker Studio Classic para replicar as etapas necessárias para criar seu modelo. O 
notebook pode ser útil se você quiser experimentar o código ou ver os detalhes do back-end de 
como o Canvas cria modelos.

Para acessar o notebook modelo, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, escolha Meus modelos.

3. Escolha o modelo e a versão que você criou.

4. Na página da versão do modelo, escolha o ícone Mais opções
( ) 
no cabeçalho.

5. No menu suspenso, escolha Exibir caderno.

6. Um pop-up aparece com o conteúdo do caderno. Você pode escolher Baixar e, em seguida, 
fazer o seguinte:

a. Escolha Baixar para salvar o conteúdo do notebook em seu dispositivo local.

b. Escolha Copiar URI do S3 para copiar o local do Amazon S3 onde o notebook está 
armazenado. O notebook é armazenado no bucket do Amazon S3 especificado em sua
configuração de armazenamento do Canvas, que está configurada na Pré-requisitos para 
configurar o Amazon Canvas SageMaker  seção.
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Agora você deve ser capaz de visualizar o notebook localmente ou como um objeto no Amazon 
S3. Você pode carregar o notebook em um IDE para editar e executar o código, ou você pode 
compartilhar o notebook com outras pessoas em sua organização para revisar.

Envie seu modelo para a Amazon QuickSight

Se você usa o Amazon QuickSight e quer aproveitar o SageMaker Canvas em suas QuickSight 
visualizações, você pode criar um modelo do Amazon SageMaker Canvas e usá-lo como um campo 
preditivo em seu QuickSight conjunto de dados. Um campo preditivo é um campo em seu QuickSight 
conjunto de dados que pode fazer previsões para uma determinada coluna em seu conjunto de 
dados, semelhante à forma como os usuários do Canvas fazem previsões únicas ou em lote com 
um modelo. Para saber mais sobre como integrar as habilidades preditivas do Canvas em seus 
QuickSight conjuntos de dados da Amazon, consulte Integração com o SageMaker Canvas no Guia 
QuickSight do Usuário da Amazon.

As etapas a seguir explicam como você pode adicionar um campo preditivo ao seu QuickSight 
conjunto de dados usando um modelo Canvas:

1. Abra o aplicativo Canvas e crie um modelo com o seu conjunto de dados.

2. Depois de construir o modelo no Canvas, envie o modelo para QuickSight. Um arquivo de 
esquema é baixado automaticamente para sua máquina local quando você envia o modelo para 
o. QuickSight Você carrega esse arquivo de esquema QuickSight na próxima etapa.

3. Abra QuickSight e escolha um conjunto de dados com o mesmo esquema do conjunto de dados 
que você usou para criar seu modelo. Adicione um campo preditivo ao conjunto de dados e faça 
o seguinte:

a. Especifique o modelo enviado do Canvas.

b. Faça upload do arquivo de esquema que foi baixado na Etapa 2.

4. Salve e publique suas alterações e, em seguida, gere previsões para o novo conjunto de dados. 
QuickSight usa o modelo para preencher a coluna de destino com previsões.

Para enviar um modelo do Canvas para QuickSight, você deve atender aos seguintes pré-requisitos:

• Você deve ter o Canvas e QuickSight configurá-lo. Sua QuickSight conta deve ser criada 
da Região da AWS mesma forma que seu aplicativo Canvas. Se a região de origem da sua 
QuickSight conta for diferente da região do seu aplicativo Canvas, você deve fechar e recriar 
sua QuickSight conta ou configurar um aplicativo Canvas na mesma região da sua QuickSight 
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conta. Sua QuickSight conta também deve conter o namespace padrão, que você configurou 
quando criou sua QuickSight conta pela primeira vez. Entre em contato com seu administrador 
para ajudá-lo a obter acesso QuickSight a. Para obter mais informações, consulte Configuração 
para a Amazon QuickSight no Guia do QuickSight usuário da Amazon.

• Seu usuário deve ter as permissões necessárias AWS Identity and Access Management (IAM) 
para enviar suas previsões para QuickSight. Seu administrador pode configurar as permissões 
do IAM para seu usuário. Para obter mais informações, consulte Conceder a seus usuários 
permissões para enviar previsões para a Amazon QuickSight.

• QuickSight deve ter acesso ao bucket do Amazon S3 que você especificou para o armazenamento 
do aplicativo Canvas. Para ter mais informações, consulte Configurar seu armazenamento do 
Amazon S3.

Previsões de séries temporais no Amazon Canvas SageMaker

Note

Os modelos de previsão de séries temporais são compatíveis somente com conjuntos de 
dados tabulares.

O Amazon SageMaker Canvas oferece a capacidade de usar previsões de séries temporais de 
aprendizado de máquina. As previsões de séries temporais permitem que você faça previsões que 
podem variar com o tempo.

Você pode fazer uma previsão de série temporal para os seguintes exemplos:

• Prevendo seu inventário nos próximos meses.

• O número de itens vendidos nos próximos quatro meses.

• O efeito da redução do preço nas vendas durante as festas de fim de ano.

• Inventário de itens nos próximos 12 meses.

• O número de clientes que entrarão em uma loja nas próximas horas.

• Prever como uma redução de 10% no preço de um produto afeta as vendas em um período de 
tempo.

Para fazer uma previsão de séries temporais, seu conjunto de dados deve ter o seguinte:
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• Uma coluna de data e hora com todos os valores do tipo datetime.

• Uma coluna de destino que tem os valores que você está usando para prever valores futuros.

• Uma coluna de ID do item que contém identificadores exclusivos para cada item em seu conjunto 
de dados, como números de SKU.

Os valores datetime na coluna de data e hora devem usar um dos seguinte formatos:

• YYYY-MM-DD HH:MM:SS

• YYYY-MM-DDTHH:MM:SSZ

• YYYY-MM-DD

• MM/DD/YY

• MM/DD/YY HH:MM

• MM/DD/YYYY

• YYYY/MM/DD HH:MM:SS

• YYYY/MM/DD

• DD/MM/YYYY

• DD/MM/YY

• DD-MM-YY

• DD-MM-YYYY

Você pode fazer previsões para os seguintes intervalos:

• 1 min

• 5 min

• 15 min

• 30 min

• 1 hora

• 1 dia

• 1 semana

• 1 mês

• 1 ano
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Valores futuros em seu conjunto de dados de entrada

O Canvas detecta automaticamente colunas em seu conjunto de dados que podem conter valores 
futuros. Se presentes, esses valores podem aumentar a precisão das previsões. O Canvas marca 
essas colunas específicas com um rótulo Future values. O Canvas infere a relação entre os 
dados nessas colunas e a coluna de destino que você está tentando prever e utiliza essa relação 
para gerar previsões mais precisas.

Por exemplo, você pode prever a quantidade de sorvete vendida por um supermercado. Para fazer 
uma previsão, você deve ter uma coluna de data e hora e uma coluna que indique a quantidade 
de sorvete que o supermercado vendeu. Para uma previsão mais precisa, seu conjunto de dados 
também pode incluir o preço, a temperatura ambiente, o sabor do sorvete ou um identificador 
exclusivo do sorvete.

As vendas de sorvetes podem aumentar quando o clima está mais quente. Uma diminuição no preço 
do sorvete pode resultar em mais unidades vendidas. Ter uma coluna com dados de temperatura 
ambiente e uma coluna com dados de preços pode melhorar sua capacidade de prever o número de 
unidades de sorvete que o supermercado vende.

Embora fornecer valores futuros seja opcional, isso ajuda você a realizar análises hipotéticas 
diretamente no aplicativo Canvas, mostrando como mudanças nos valores futuros podem alterar 
suas previsões.

Processando valores ausentes

Você pode ter dados ausentes por diferentes motivos. O motivo da sua falta de dados pode informar 
como você deseja que o Canvas os impute. Por exemplo, sua organização pode usar um sistema 
automático que só monitora quando uma venda acontece. Se você estiver usando um conjunto de 
dados proveniente desse tipo de sistema automático, há valores ausentes na coluna de destino.

Important

Se você tiver valores ausentes na coluna de destino, recomendamos usar um conjunto de 
dados que não os tenha. SageMaker O Canvas usa a coluna de destino para prever valores 
futuros. Valores ausentes na coluna de destino podem reduzir consideravelmente a precisão 
da previsão.
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Para valores ausentes no conjunto de dados, o Canvas atribui automaticamente os valores ausentes 
para você, preenchendo a coluna de destino com 0 e outras colunas numéricas com o valor médio 
da coluna.

No entanto, você pode selecionar sua própria lógica de preenchimento para a coluna de destino 
e outras colunas numéricas em seus conjuntos de dados. As colunas de destino têm diretrizes e 
restrições de preenchimento diferentes das demais colunas numéricas. As colunas de destino são 
preenchidas até o fim do período histórico, enquanto as colunas numéricas são preenchidas nos 
períodos histórico e futuro até o final do horizonte de previsão. O Canvas só preenche valores futuros 
em uma coluna numérica se seus dados tiverem, pelo menos, um registro com um timestamp futuro 
e um valor para essa coluna específica.

Você pode escolher uma das seguintes opções de lógica para atribuir valores ausentes em seus 
dados:

• zero – Preencha com 0.

• NaN – Preencha com NaN, ou não é um número. Isso só é compatível com a coluna de destino.

• mean – Preencha com o valor médio da série de dados.

• median – Preencha com o valor mediano da série de dados.

• min – Preencha com o valor mínimo da série de dados.

• max – Preencha com o valor máximo da série de dados.

Ao escolher uma lógica de preenchimento, você deve considerar como a lógica será interpretada 
pelo seu modelo. Por exemplo, em um cenário de varejo, registrar zero vendas de um item 
disponível é diferente de registrar zero vendas de um item indisponível, pois esse último não implica 
necessariamente em uma falta de interesse no cliente no item indisponível. Nesse caso, preencher 
com 0 a coluna de destino do conjunto de dados pode fazer que o modelo seja subestimado em 
suas previsões e deduza a falta de interesse do cliente em itens indisponíveis. Por outro lado, 
o preenchimento com NaN pode fazer com que o modelo ignore ocorrências reais de zero itens 
vendidos de itens disponíveis.

Tipos de previsões

É possível fazer um dos tipos de previsões a seguir:

• Item único

• Todos os itens
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Para uma previsão de todos os itens em seu conjunto de dados, o SageMaker Canvas retorna uma 
previsão para os valores futuros de cada item em seu conjunto de dados.

Para uma previsão de um único item, você especifica o item e o SageMaker Canvas retorna uma 
previsão para os valores futuros. A previsão inclui um gráfico de linhas que representa graficamente 
os valores previstos ao longo do tempo.

Tópicos

• Obtenha insights adicionais de sua previsão

• Faça uma previsão de séries temporais

Obtenha insights adicionais de sua previsão

No Amazon SageMaker Canvas, você pode usar os seguintes métodos opcionais para obter mais 
informações sobre sua previsão:

• Coluna de grupo

• Programação de feriados

• Cenário hipotético

Você pode especificar uma coluna no seu conjunto de dados como uma coluna de grupo. O 
Amazon SageMaker Canvas agrupa a previsão por cada valor na coluna. Por exemplo, você pode 
agrupar a previsão em colunas contendo dados de preços ou identificadores de itens exclusivos. O 
agrupamento de uma previsão por uma coluna permite que você faça previsões mais específicas. 
Por exemplo, se você agrupar uma previsão em uma coluna contendo identificadores de itens, 
poderá ver a previsão para cada item.

As vendas gerais de itens podem ser afetadas pela presença de feriados. Por exemplo, nos Estados 
Unidos, o número de itens vendidos em novembro e dezembro pode ser muito diferente do número 
de itens vendidos em janeiro. Se você usar os dados de novembro e dezembro para prever as 
vendas em janeiro, seus resultados podem ser imprecisos. Usar uma programação de feriados evita 
que você obtenha resultados imprecisos. Você pode usar uma programação de feriados para 251 
países.

Para uma previsão de um único item em seu conjunto de dados, você pode usar cenários 
hipotéticos. Um cenário hipotético permite que você altere os valores em seus dados e altere a 
previsão. Por exemplo, você pode responder às seguintes perguntas usando um cenário hipotético: 
“E se eu baixasse os preços? Como isso afetaria o número de itens vendidos?”
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Faça uma previsão de séries temporais

Para fazer uma previsão de série temporal, você escolhe uma coluna de destino. A coluna de destino 
contém os dados que você deseja prever. Por exemplo, sua coluna de destino pode ter dados 
sobre o número de itens vendidos. Depois de selecionar a coluna de destino, o Amazon SageMaker 
Canvas seleciona um tipo de modelo. SageMaker O Canvas usa os dados da série temporal para 
escolher automaticamente um modelo de série temporal que você pode usar para fazer previsões 
sobre seus dados. Depois de compilar o modelo, você pode avaliar sua performance e usá-lo para 
fazer previsões sobre novos dados.

Use o procedimento a seguir para fazer uma previsão de séries temporais.

Para fazer uma previsão de séries temporais, faça o seguinte.

1. Importe os dados.

2. Escolha uma coluna de destino no seu conjunto de dados.

3. SageMaker O Canvas escolhe automaticamente a previsão de séries temporais como o tipo de 
modelo. Escolha Definir configuração para confirmar que você está realizando uma previsão de 
série temporal.

4. Especifique os seguintes campos:

• Coluna de ID do item – A coluna que contém identificadores exclusivos para cada item no seu 
conjunto de dados. Por exemplo, um número de SKU identifica exclusivamente um item.

• Opcional: Coluna de grupo – Agrupa a previsão da série temporal por valores na coluna. Por 
exemplo, você pode agrupar sua previsão para um item por loja.

• Coluna de carimbo de data/hora – A coluna que contém os carimbos de data/hora no seu 
conjunto de dados. Para obter uma lista dos formatos datetime compatíveis com essa 
coluna, consulte Previsões de séries temporais no Amazon Canvas SageMaker .

• Carimbo de data/hora futuro — Um carimbo de data/hora que indica um horário de previsão 
futura. SageMaker O Canvas prevê valores até o momento especificado pelo carimbo de data/
hora.

• Opcional: Programação de feriados – Ative a programação de feriados para usar a 
programação de feriados de um país. Use isso para fazer suas previsões com dados de 
feriados mais precisos.

É possível ter um dos tipos de valores ausentes a seguir:
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• Valores ausentes futuros

• Valores ausentes

Valores ausentes futuros são valores ausentes na coluna de destino. SageMaker O Canvas usa os 
valores na coluna de destino para prever os valores no futuro. Se você tiver valores ausentes na 
coluna de destino, sua previsão poderá ser menos precisa. É altamente recomendável atualizar o 
conjunto de dados.

Valores ausentes são valores que estão ausentes em qualquer coluna que não seja a coluna de 
destino. Com valores ausentes que não estão na coluna de destino, é útil observar o seguinte:

• Geralmente, eles não reduzem tanto a precisão de sua previsão quanto os valores ausentes 
futuros.

• SageMaker O Canvas imputa automaticamente os valores ausentes.

Você pode avaliar o modelo vendo o quão próximas as previsões estão do valor real. Você também 
pode usar a métrica de impacto da coluna para determinar a direção e a magnitude do impacto da 
coluna nas previsões do modelo. Por exemplo, na imagem a seguir, os feriados tiveram o maior 
impacto positivo na previsão de demanda. O preço teve o maior impacto negativo na demanda.
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Depois de criar um modelo, você pode fazer os seguintes tipos de previsões:

• Item único — Faça uma previsão para um único item em um conjunto de dados e um gráfico de 
linhas dos valores que o SageMaker Canvas prevê. Por exemplo, você pode ver como as vendas 
de um item variam ao longo do tempo.

• Todos os itens – Faça uma previsão para todos os itens em um conjunto de dados.

• Cenário hipotético – Veja como a alteração dos valores no conjunto de dados pode afetar a 
previsão geral de um único item.

A imagem a seguir mostra a previsão de um único item com um cenário hipotético. Em um cenário 
hipotético, você tem a capacidade de alterar valores que podem variar com o tempo. Você pode ver 
como a alteração dos valores afeta a previsão.
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Os pontos conectados pela linha azul sólida são os valores que o modelo prevê. Os pontos 
conectados pelas linhas tracejadas mostram o cenário hipotético.

Atualizando um modelo no Amazon SageMaker Canvas

O Amazon SageMaker Canvas permite que você atualize os modelos que você criou usando novos 
dados. SageMaker O Canvas mostra o histórico do modelo, para que você possa comparar os 
modelos que você construiu recentemente com aqueles que você gerou no passado.

Cada modelo que você cria tem um número da versão. O primeiro modelo é a versão 1, ou V1. Você 
pode usar as versões do modelo para ver as alterações na precisão da previsão ao atualizar seus 
dados ou usar transformações avançadas.
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Note

Os modelos de previsão de texto e previsão de imagem oferecem suporte apenas a uma 
versão do modelo.

Para novas versões de um modelo, você só pode escolher conjuntos de dados que tenham a mesma 
coluna de destino da coluna de destino na Versão 1. Você deve criar pelo menos uma versão de um 
modelo para adicionar uma nova versão e pode excluir versões que não são mais úteis para você.

Você também pode ajudar você Registrar uma versão do modelo no registro do SageMaker modelo
a monitorar suas versões ao longo do tempo e colaborar com os usuários do Studio Classic que 
podem aprovar ou rejeitar suas versões de modelo.

Use o procedimento a seguir para adicionar uma nova versão do modelo ou para visualizar todas as 
versões para o seu modelo.

Para adicionar uma nova versão do modelo, faça o seguinte:

1. Abra seu aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, escolha Meus modelos.

3. Na página Meus modelos, escolha o seu modelo. Você pode filtrar por tipo de problema para 
encontrar seu modelo com mais facilidade.

4. Depois de escolher seu modelo, a página Versões é aberta, listando todas as versões do seu 
modelo.

5. Escolha Adicionar versão.

A imagem a seguir mostra a página Versões de um modelo, na qual você pode visualizar as versões 
do modelo e adicionar novas versões.
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Na página Versões, você pode ver as seguintes informações para cada uma das versões do seu 
modelo:

• Status – Esse campo informa se seu modelo está sendo compilado (In building), concluído 
(Ready), falhou na construção (Failed) ou ainda está sendo editado (In draft).

• Pontuação do modelo, F1, Precisão, Recall e AUC – Se você ativar a opção alternar Mostrar 
métricas avançadas nesta página, poderá ver essas métricas do modelo. Essas métricas indicam a 
precisão e o desempenho do seu modelo. Para obter mais informações, consulte Avaliação do seu 
modelo.

• Compartilhado — Esse campo informa se você compartilhou ou não a versão do modelo com os 
usuários do SageMaker Studio Classic.

• Registro do modelo – Esse campo informa se você registrou ou não a versão em um registro 
de modelo. Para ter mais informações, consulte Registrar uma versão do modelo no registro do 
SageMaker modelo.

Depois de escolher uma nova versão, você inicia o processo de criação de outro modelo. O 
processo para criar uma nova versão de um modelo é quase o mesmo que o processo para criar um 
modelo pela primeira vez. Para novas versões de um modelo, você só pode escolher conjuntos de 
dados que tenham a mesma coluna de destino da coluna de destino na Versão 1. Para obter mais 
informações sobre a criação de um modelo, consulte Criar um modelo personalizado.
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Operacionalize seus modelos

Depois de criar um modelo no SageMaker Canvas em que você se sinta confiante, talvez você 
queira integrar seu modelo aos processos de operações de aprendizado de máquina (MLOps) 
em sua organização. O MLOps inclui tarefas comuns, como implantação de modelos para uso na 
produção ou configuração de pipelines de integração contínua e implantação contínua (CI/CD).

Os tópicos a seguir descrevem como você pode usar os recursos do Canvas para usar um modelo 
criado pelo Canvas na produção.

Tópicos

• Registrar uma versão do modelo no registro do SageMaker modelo

• Implantar seus modelos em um endpoint

Registrar uma versão do modelo no registro do SageMaker modelo

Com o SageMaker Canvas, você pode criar várias iterações ou versões do seu modelo para 
melhorá-lo ao longo do tempo. Talvez você queira criar uma nova versão do seu modelo se adquirir 
melhores dados de treinamento ou se quiser tentar melhorar a precisão do modelo. Para obter mais 
informações sobre como adicionar versões ao seu modelo, consulte Atualizar um modelo.

Depois de criar um modelo no qual você se sinta confiante, talvez você queira avaliar seu 
desempenho e fazer com que ele seja revisado por um cientista de dados ou engenheiro de MLOps 
em sua organização antes de usá-lo na produção. Para fazer isso, você pode registrar suas versões 
de SageMaker modelo no registro de modelos. O registro do SageMaker modelo é um repositório 
que cientistas ou engenheiros de dados podem usar para catalogar modelos de aprendizado de 
máquina (ML) e gerenciar versões do modelo e seus metadados associados, como métricas de 
treinamento. Eles também podem gerenciar e registrar o status da aprovação de um modelo.

Depois de registrar suas versões do modelo no registro do SageMaker modelo, um cientista de 
dados ou sua equipe de MLOps pode acessar o registro do SageMaker modelo por meio do
SageMaker Studio Classic, que é um ambiente de desenvolvimento integrado (IDE) baseado na web 
para trabalhar com modelos de aprendizado de máquina. Na interface de registro do SageMaker 
modelo no Studio Classic, o cientista de dados ou a equipe do MLOps pode avaliar seu modelo e 
atualizar seu status de aprovação. Se o modelo não atender aos requisitos, o cientista de dados ou 
a equipe do MLOps podem atualizar o status para Rejected. Se o modelo atender aos requisitos, 
o cientista de dados ou a equipe do MLOps podem atualizar o status para Approved. Em seguida, 
eles podem implantar seu modelo em um endpoint ou automatizar a implantação do modelo com 
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pipelines de CI/CD. Você pode usar o recurso de registro de SageMaker modelos para integrar 
perfeitamente os modelos criados no Canvas com os processos MLOps em sua organização.

O diagrama a seguir resume um exemplo de registro de uma versão do modelo construída no 
Canvas no registro do SageMaker modelo para integração em um fluxo de trabalho do MLOps.

Você pode registrar versões de modelos tabulares, de imagem e de texto no registro do SageMaker 
modelo.

Note

Atualmente, o registro de previsões de séries temporais ou versões do modelo BYOM
construídas no Canvas no registro do SageMaker modelo não é suportado.

As seções a seguir mostram como registrar uma versão do modelo no registro do SageMaker 
modelo a partir do Canvas.

Gerenciamento de permissões

Por padrão, você tem permissões para registrar as versões do modelo no registro do SageMaker 
modelo. SageMaker concede essas permissões para todos os perfis de usuário do Canvas novos 
e existentes por meio da AmazonSageMakerCanvasFullAccesspolítica, que é anexada à função de 
execução AWS do IAM para o SageMaker domínio que hospeda seu aplicativo Canvas.

Se o administrador do Canvas estiver configurando um novo domínio ou perfil de usuário, ao 
configurar o domínio e seguir as instruções de pré-requisito no guia de introdução, SageMaker ativa 
as permissões de registro do modelo por meio da opção de configuração de permissões do ML Ops, 
que é ativada por padrão.
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O administrador do Canvas também pode gerenciar as permissões registro de modelos no nível 
do perfil do usuário. Por exemplo, se o administrador quiser conceder permissões de registro de 
modelos a alguns perfis de usuário, mas remover permissões para outros, ele poderá editar as 
permissões para um usuário específico. O procedimento a seguir mostra como desativar permissões 
de registro de modelos para um perfil de usuário específico:

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio do perfil do usuário.

5. Na página de Detalhes do Domínio, escolha o Perfil do usuário cujas permissões você deseja 
editar.

6. Na página Detalhes do usuário, escolha Editar.

7. No painel de navegação à esquerda, escolha Configurações do Canvas.

8. Na seção de configuração de permissões de operações de ML, desative a opção Habilitar 
permissões de registro do Model Registry.

9. Escolha Enviar para salvar as alterações nas configurações do seu Domínio.

O perfil do usuário não deve mais ter permissões para registrar modelos.

Registrar uma versão do modelo no registro do SageMaker modelo

SageMaker o registro de modelos rastreia todas as versões do modelo que você cria para resolver 
um problema específico em um grupo de modelos. Quando você cria um modelo do SageMaker 
Canvas e o registra no registro do SageMaker modelo, ele é adicionado a um grupo de modelos 
como uma nova versão do modelo. Por exemplo, se você criar e registrar quatro versões do seu 
modelo, um cientista de dados ou uma equipe de MLOps trabalhando na interface de registro de 
SageMaker modelos poderá visualizar o grupo de modelos e revisar todas as quatro versões do 
modelo em um só lugar.

Ao registrar um modelo do Canvas no registro do SageMaker modelo, um grupo de modelos é 
automaticamente criado e nomeado de acordo com o seu modelo do Canvas. Opcionalmente, 
você pode renomeá-lo para um nome de sua escolha ou usar um grupo de modelos existente no 
registro do SageMaker modelo. Para obter mais informações sobre como criar um grupo de modelos, 
consulte Criar um grupo de modelos.
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Note

Atualmente, você só pode registrar modelos construídos no Canvas no registro de 
SageMaker modelos na mesma conta.

Para registrar uma versão do modelo no registro do SageMaker modelo a partir do aplicativo Canvas, 
use o seguinte procedimento:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação à esquerda, escolha Meus modelos.

3. Na página Meus modelos, escolha o seu modelo. Você pode filtrar por tipo de problema para 
encontrar seu modelo com mais facilidade.

4. Depois de escolher seu modelo, a página Versões é aberta, listando todas as versões do seu 
modelo. Você pode ativar o botão de alternância Mostrar métricas avançadas para visualizar as 
métricas avançadas, tais como Recall e Precisão, para comparar as versões do seu modelo e 
determinar qual delas você gostaria de registrar.

5. Na lista de versões do modelo, para a versão que você deseja registrar, escolha o ícone Mais 
opções
( ). 
Como alternativa, você pode clicar duas vezes na versão que você precisa 
registrar e, na página de detalhes da versão, escolher o ícone Mais opções
( ).

6. Na lista suspensa, escolha Adicionar ao registro do modelo. A caixa de diálogo Adicionar ao 
registro do modelo é aberta.

7. Na caixa de diálogo Adicionar ao registro do modelo, faça o seguinte:

a. (Opcional) Na seção Grupo de modelos do SageMaker Studio Classic, no campo Nome do 
grupo de modelos, insira o nome do grupo de modelos no qual você deseja registrar sua 
versão. Você pode especificar o nome de um novo grupo de modelos SageMaker criado 
para você ou pode especificar um grupo de modelos existente. Se você não especificar 
esse campo, o Canvas registra sua versão em um grupo de modelos padrão com o mesmo 
nome do seu modelo.

b. Escolha Adicionar.
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A versão do seu modelo agora deve ser registrada no grupo de modelos no registro de SageMaker 
modelos. Quando você registra uma versão do modelo em um grupo de SageMaker modelos no 
registro de modelos, todas as versões subsequentes do modelo Canvas são registradas no mesmo 
grupo de modelos (se você optar por registrá-las). Se quiser registrar suas versões em um grupo 
de modelos diferente, você precisa acessar o registro de SageMaker modelos e excluir o grupo de 
modelos. Em seguida, você pode registrar novamente suas versões do modelo no novo grupo de 
modelos.

Para ver o status de seus modelos, você pode retornar à página Versões do seu modelo no 
aplicativo Canvas. Esta página mostra o status do Registro do Modelo de cada versão. Se o status 
for Registered, o modelo foi registrado com sucesso.

Se você quiser ver os detalhes da versão do seu modelo registrado, para o status do Registro do 
Modelo, você pode passar o mouse sobre o campo Registrado para ver a caixa pop-up Detalhes do 
Registro do Modelo. Esses detalhes contêm mais informações, como as seguintes:

• O nome do grupo de pacotes do modelo é o grupo de modelos no qual sua versão está registrada 
no registro do SageMaker modelo.

• O status da aprovação, que pode ser Pending Approval, Approved ou Rejected. Se um 
usuário do Studio Classic aprovar ou rejeitar sua versão no registro do SageMaker modelo, esse 
status será atualizado na página de versões do modelo quando você atualizar a página.

A captura de tela a seguir mostra a caixa de detalhes do registro do modelo, juntamente com o status 
da aprovação dessa versão específica do modelo Approved.
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Implantar seus modelos em um endpoint

No Amazon SageMaker Canvas, você pode implantar seus modelos em um endpoint para fazer 
previsões. SageMaker fornece a infraestrutura de ML para você hospedar seu modelo em um 
endpoint com as instâncias de computação que você escolher. Em seguida, você pode invocar o 
endpoint (enviar uma solicitação de previsão) e obter uma previsão em tempo real do seu modelo. 
Com essa funcionalidade, você pode usar seu modelo na produção para responder às solicitações 
de entrada e integrar seu modelo aos fluxos de trabalho e aplicações existentes.

Para começar, você deve ter uma versão do modelo pronta para implantação. Para obter mais 
informações sobre a criação de um modelo no Canvas, consulte Criar um modelo personalizado.

Important

Você pode implantar qualquer tipo de modelo no SageMaker Canvas, exceto modelos de 
previsão de séries temporais.

Revise a seção Gerenciamento de permissões a seguir e comece a criar novas implantações na 
seção Implantação de modelo.

Gerenciamento de permissões

Por padrão, você tem permissões para implantar versões do modelo nos endpoints do SageMaker 
Hosting. SageMaker concede essas permissões para todos os perfis de usuário do Canvas novos 
e existentes por meio da AmazonSageMakerCanvasFullAccesspolítica, que é anexada à função de 
execução AWS do IAM para o SageMaker domínio que hospeda seu aplicativo Canvas.

Se o administrador do Canvas estiver configurando um novo domínio ou perfil de usuário, ao 
configurar o domínio e seguir as instruções de pré-requisito noPré-requisitos para configurar o 
Amazon Canvas SageMaker , SageMaker ativa as permissões de implantação do modelo por meio 
da opção Habilitar implantação direta de modelos do Canvas, que é ativada por padrão.

O administrador do Canvas também pode gerenciar as permissões implantações de modelos 
no nível do perfil do usuário. Por exemplo, se o administrador quiser conceder permissões de 
implantações de modelos a alguns perfis de usuário, mas remover permissões para outros, ele 
poderá editar as permissões para um usuário específico.

O procedimento a seguir mostra como desativar permissões de implantações de modelos para um 
perfil de usuário específico:

Usar modelos personalizados 1076

https://docs.aws.amazon.com/aws-managed-policy/latest/reference/AmazonSageMakerCanvasFullAccess.html


Amazon SageMaker Guia do Desenvolvedor

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio do perfil do usuário.

5. Na página de Detalhes do Domínio, escolha o Perfil do usuário cujas permissões você deseja 
editar.

6. Na página Detalhes do usuário, escolha Editar.

7. No painel de navegação à esquerda, escolha Configurações do Canvas.

8. Na seção de configuração de permissões das Operações de ML, desative a opção Habilitar 
implantação direta de modelos do Canvas.

9. Escolha Enviar para salvar as alterações nas configurações do seu Domínio.

O perfil do usuário não deve mais ter permissões para implantações de modelos.

Implantar um modelo

Para começar a implantar seu modelo, você cria uma nova implantação no Canvas e especifica a 
versão do modelo que deseja implantar junto com a infraestrutura de ML, como o tipo e o número de 
instâncias de computação que você gostaria de usar para hospedar o modelo.

O Canvas sugere um tipo padrão e um número de instâncias com base no seu tipo de modelo, ou 
você pode aprender mais sobre os vários tipos de SageMaker instância na página de SageMaker 
preços da Amazon. Você é cobrado com base no preço da SageMaker instância enquanto seu 
endpoint está ativo.

Depois que seu modelo for implantado em um endpoint de inferência em tempo real do SageMaker 
Hosting, você pode começar a fazer previsões invocando o endpoint.

Há várias maneiras diferentes de implantar uma versão de modelo a partir do aplicativo Canvas. É 
possível acessar a opção de implantação do modelo usando qualquer um dos seguintes métodos:

• Na página Meus modelos do aplicativo Canvas, você pode escolher o modelo que deseja 
implantar. Em seguida, na página Versões do modelo, você pode escolher o ícone Mais opções
( ) 
ao lado da versão do modelo e selecionar Implantar.

• Na página de detalhes de uma versão do modelo, na guia Analisar, você pode escolher a opção
Implantar.
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• Na página de detalhes de uma versão do modelo, na guia Prever, você pode escolher o ícone
Mais opções
( ) 
na parte superior da página e selecionar Implantar.

• Na página Operações do aplicativo Canvas, você pode escolher a guia Implantações e, em 
seguida, escolher Criar implantação.

Todos esses métodos abrem o painel lateral Implantar modelo, onde você especifica a configuração 
de implantação do seu modelo. Para implantar o modelo a partir desse painel, faça o seguinte:

1. (Opcional) Se você estiver criando uma implantação na página Operações, você terá a opção de
Selecionar modelo e versão. Use os menus suspensos para selecionar o modelo e a versão do 
modelo que você deseja implantar.

2. Insira um nome no campo Nome da implantação.

3. Em Tipo de instância, SageMaker detecta um tipo e número de instância padrão adequados 
ao seu modelo. No entanto, você pode alterar o tipo de instância que gostaria de usar para 
hospedar seu modelo.

Note

Se você ficar sem cota de instância para o tipo de instância escolhido na sua conta 
AWS, solicite um aumento de cota. Para obter mais informações sobre as cotas padrão 
e como solicitar um aumento, consulte  SageMaker endpoints e cotas da Amazon no 
guia de referência AWSgeral.

4. Em Contagem de instâncias, você pode definir o número de instâncias ativas que são usadas 
para seu endpoint. SageMaker detecta um número padrão adequado ao seu modelo, mas você 
pode alterar esse número.

5. Quando estiver pronto para implantação do seu modelo, selecione Implantar.

Seu modelo agora deve ser implantado em um endpoint. Para obter informações sobre como 
visualizar detalhes da implantação ou realizar várias ações, consulte as seções a seguir.
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Veja suas implantações

Talvez você queira verificar o status ou os detalhes da implantação de um modelo no Canvas. Por 
exemplo, se tiver Falha na implantação, talvez você queira verificar os detalhes para solucionar o 
problema.

Você pode visualizar suas implantações do modelo Canvas no aplicativo Canvas ou no SageMaker 
console da Amazon.

Para visualizar detalhes da implantação do Canvas, escolha um dos seguintes procedimentos:

Para visualizar os detalhes da implantação na página Operações, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação esquerdo, escolha Operações em lote.

3. Escolha a guia Grupos de implantação.

4. Escolha o seu estágio de implantação por nome da lista.

Para visualizar os detalhes da implantação na página versões do modelo, faça o seguinte:

1. No aplicativo SageMaker Canvas, acesse a página de detalhes da versão do seu modelo.

2. Escolha a guia Implantar.

3. Na seção Implantações que lista todas as configurações de implantação associadas a essa 
versão do modelo, encontre sua implantação.

4. Escolha o ícone Mais opções
( ) 
e, em seguida, selecione Visualizar detalhes para abrir a página de detalhes.

A página de detalhes da sua implantação é aberta e você pode visualizar informações como a hora 
da previsão mais recente, o status e a configuração do endpoint e a versão do modelo atualmente 
implantada no endpoint.

Você também pode visualizar suas instâncias de espaço de trabalho do Canvas atualmente ativas 
e endpoints ativos no SageMaker painel no SageMaker console. Seus endpoints do Canvas estão 
listados ao lado de quaisquer outros endpoints de SageMaker hospedagem que você criou, e você 
pode filtrá-los pesquisando endpoints com a tag Canvas.
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A captura de tela a seguir mostra o SageMaker painel. Na seção Canvas, você pode ver que uma 
instância do workspace está em serviço e quatro endpoints estão ativos.

Atualizar uma configuração de implantação

Você também pode atualizar sua configuração de implantação. Por exemplo, você pode implantar 
uma versão atualizada do modelo no endpoint ou atualizar o tipo de instância ou o número de 
instâncias atrás do endpoint com base nas suas necessidades de capacidade.

Há várias maneiras diferentes de atualizar sua implantação a partir do aplicativo Canvas. É possível 
usar qualquer um dos seguintes métodos:

• Na página Operações do aplicativo Canvas, você pode escolher a guia Implantações e selecionar 
a implantação que você deseja atualizar. Em seguida, escolha Atualizar configuração.
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• Na página de detalhes de uma versão do modelo, na guia Implantar, você pode ver 
as implantações dessa versão. Ao lado da implantação, escolha o ícone Mais opções
( ) 
e, em seguida, escolha Atualizar configuração.

Os dois métodos anteriores abrem o painel lateral Atualizar configuração, onde você pode fazer 
alterações na configuração de implantação. Para atualizar sua configuração, siga um dos seguintes 
procedimentos:

1. Na lista suspensa Selecionar versão, você pode selecionar uma versão diferente do modelo 
para implantar no endpoint.

Note

Ao atualizar uma configuração de implantação, você só pode escolher uma versão do 
modelo diferente para implantar. Para implantar um modelo diferente, crie uma nova 
implantação.

2. Em Tipo de instância, você pode selecionar um tipo de instância diferente para hospedar seu 
modelo.

3. Em Contagem de instâncias, você pode alterar o número de instâncias ativas que são usadas 
para seu endpoint.

4. Escolha Salvar.

Sua configuração de implantação agora deve ser atualizada.

Teste sua implantação

Você pode testar sua implantação invocando o endpoint ou fazendo solicitações de previsão únicas 
por meio do aplicativo Canvas. O endpoint retorna uma resposta com a previsão junto com as 
probabilidades dessa previsão estar correta. Você pode usar essa funcionalidade para confirmar se 
seu endpoint responde às solicitações antes de invocá-lo programaticamente em um ambiente de 
produção.
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Note

A duração da execução é uma estimativa do tempo necessário para invocar e obter uma 
resposta do endpoint no Canvas. Para métricas detalhadas de latência, consulte Métricas de
invocação de SageMaker endpoints.

Para testar seu endpoint por meio do aplicativo Canvas, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação esquerdo, escolha Operações em lote.

3. Escolha a guia Grupos de implantação.

4. Na lista de implantações, escolha aquela com o endpoint que você deseja invocar.

5. Na página de detalhes da implantação, escolha a guia Testar a implantação.

6. Na página de teste de implantação, você pode modificar os campos de Valor para especificar 
um novo ponto de dados.

7. Depois de modificar os valores, escolha Atualizar para obter o resultado da previsão.

A previsão é carregada, junto com os campos de resultado da invocação, que indicam se a 
invocação foi bem-sucedida ou não e quanto tempo a solicitação levou para ser processada.

A captura de tela a seguir mostra uma previsão realizada no aplicativo Canvas na guia Testar a 
implantação.
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Para todos os tipos de modelo, exceto a predição numérica, a previsão retorna os seguintes campos:

• predicted_label – a saída prevista

• probabilidade – a probabilidade de que o rótulo previsto esteja correto

• rótulos – a lista de todos os rótulos possíveis

• probabilidades – as probabilidades correspondentes a cada rótulo (a ordem dessa lista 
corresponde à ordem dos rótulos)

Para modelos de previsão numérica, a previsão contém apenas o campo de pontuação, que é a 
saída prevista do modelo, como o preço previsto de uma casa.

Você pode continuar fazendo previsões únicas por meio da página de testes de implantação 
ou pode ver a seção a seguir Invoque seu endpoint para saber como invocar seu endpoint 
programaticamente a partir de aplicativos.

Invoque seu endpoint

Depois de testar sua implantação, você pode usar seu endpoint em produção com seus aplicativos 
invocando o endpoint programaticamente da mesma forma que você pode invocar qualquer outro 
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endpoint em tempo real. SageMaker  A invocação de um endpoint retorna programaticamente um 
objeto de resposta que contém os mesmos campos mencionados na seção anterior Teste sua 
implantação .

Para obter mais informações detalhadas sobre como invocar endpoints de forma programática, 
consulte. Invoque modelos para inferência em tempo real

Os exemplos de Python a seguir mostram como invocar seu endpoint com base no tipo do modelo.

Modelos de previsão numérica e categórica

O exemplo a seguir mostra como invocar modelos de predição numérica ou categóricos.

import boto3
import pandas as pd

client = boto3.client("runtime.sagemaker")
body = pd.DataFrame(['feature_column1', 'feature_column2'], ['feature_column1', 
 'feature_column2']).to_csv(header=False, index=False).encode("utf-8") 
     
response = client.invoke_endpoint( 
    EndpointName="endpoint_name", 
    ContentType="text/csv", 
    Body=body, 
    Accept="application/json"
)

Modelos de previsão de imagem

O exemplo a seguir mostra como invocar modelos de predição numérica ou categórica.

import boto3
client = boto3.client("runtime.sagemaker")
with open("example_image.jpg", "rb") as file: 
    body = file.read() 
    response = client.invoke_endpoint( 
        EndpointName="endpoint_name", 
        ContentType="application/x-image", 
        Body=body, 
        Accept="application/json" 
    )
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Modelos de previsão de texto

O exemplo a seguir mostra como invocar modelos de predição de texto.

import boto3
import pandas as pd

client = boto3.client("runtime.sagemaker")
body = pd.DataFrame([["Example text 1"], ["Example text 2"]]).to_csv(header=False, 
 index=False).encode("utf-8") 
     
response = client.invoke_endpoint( 
    EndpointName="endpoint_name", 
    ContentType="text/csv", 
    Body=body, 
    Accept="application/json"
)

Excluindo um modelo de implantação

Você pode excluir a implantação do seu modelo do aplicativo Canvas. Essa ação também exclui o 
endpoint do SageMaker console e desliga todos os recursos relacionados ao endpoint.

Note

Opcionalmente, você pode excluir seu endpoint por meio do SageMaker console ou usando 
a SageMaker DeleteEndpoint API. Para ter mais informações, consulte Excluir endpoints 
e recursos. No entanto, quando você exclui o endpoint por meio do SageMaker console ou 
das APIs em vez do aplicativo Canvas, a lista de implantações no Canvas não é atualizada 
automaticamente. Você também deve excluir a implantação do aplicativo Canvas para 
removê-la da lista.

Para excluir uma implantação no Canvas, faça o seguinte:

1. Abra o aplicativo SageMaker Canvas.

2. No painel de navegação esquerdo, escolha Operações em lote.

3. Escolha a guia Grupos de implantação.

4. Na lista de implantações, escolha aquela que você deseja excluir.
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5. Na parte superior da página de detalhes da implantação, escolha o ícone Mais opções
( ).

6. Escolha Excluir implantação.

7. Na caixa de diálogo Excluir implantação, escolha Excluir.

Seu endpoint de implantação e SageMaker hospedagem agora deve ser excluído do Canvas e do 
SageMaker console.

Gerenciar automações

No SageMaker Canvas, você pode criar automações que atualizam seu conjunto de dados ou geram 
previsões do seu modelo em um cronograma. Por exemplo, você pode receber novos dados de 
envio diariamente. Você pode configurar uma atualização automática para seu conjunto de dados e 
previsões automáticas em lote que são executadas sempre que o conjunto de dados é atualizado. 
Usando esses recursos, você pode configurar um fluxo de trabalho automatizado e reduzir o tempo 
gasto atualizando manualmente conjuntos de dados e fazendo previsões.

Note

Você só pode definir no máximo 20 configurações automáticas no seu aplicativo Canvas. As 
automações só estão ativas enquanto você está conectado ao aplicativo Canvas. Se você se 
desconectar do Canvas, seus trabalhos são pausados automaticamente até que você faça 
login novamente.

As seções a seguir descrevem como visualizar, editar e excluir configurações de automações 
existentes. Para saber como configurar automações, consulte os tópicos a seguir:

• Para configurar atualizações automáticas do conjunto de dados, consulte Atualizar um conjunto de 
dados.

• Para configurar previsões automáticas em lote, consulte Faça previsões em lote.

Visualize suas automações

Você também pode visualizar todos os seus trabalhos de atualização automática acessando o painel 
de navegação esquerdo do Canvas e escolhendo Automações. A página Automações combina 
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automações para atualizações automáticas de conjuntos de dados e previsões automáticas em lote. 
Na página Automações, você pode ver as seguintes guias:

• Todos os trabalhos – Você pode ver todas as instâncias de uma atualização de conjunto de dados
ou trabalho de previsões em lote que o Canvas realizou. Para cada trabalho, você pode ver 
campos como o conjunto de dados de entrada associado, o Nome da configuração de atualização 
automática associada e o Status mostrando se o trabalho foi bem-sucedido ou não. Você pode 
filtrar os trabalhos por nome de configuração:

• Para trabalhos de atualização do conjunto de dados, você pode escolher a versão mais recente 
do conjunto de dados ou o trabalho mais recente para visualizar o conjunto de dados.

• Para trabalhos de previsão em lote, você pode escolher o ícone Mais opções
( ) 
para visualizar ou baixar as previsões para esse trabalho.

• Configuração – Você pode ver todas as configurações de atualização do conjunto de 
dados e previsões em lote que você criou. Para cada configuração, você pode ver 
campos como o conjunto de dados de entrada associado e a frequência dos trabalhos. 
Você também pode desativar ou ativar o botão Atualização automática para pausar 
ou retomar as atualizações automáticas. Se você escolher o ícone Mais opções
( ) 
para uma configuração específica, poderá optar por Visualizar todos os trabalhos da configuração,
Atualizar configuração ou Excluir configuração.

Edite suas configurações automáticas

Depois de definir uma configuração, você pode querer fazer alterações nela. Para atualizações 
automáticas do conjunto de dados, você pode atualizar a localização do Amazon S3 para o Canvas 
para importar dados, a frequência das atualizações e o horário de início. Para previsões automáticas 
em lote, você pode alterar o conjunto de dados que a configuração rastreia para atualizações. Você 
também pode desativar a automação para pausar temporariamente as atualizações até optar por 
retomá-las.

As seções a seguir mostram como atualizar cada tipo de configuração.
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Note

Você não pode alterar a frequência das previsões automáticas em lote porque as previsões 
automáticas em lote são executadas sempre que o conjunto de dados de destino é 
atualizado.

Editar sua configuração de atualização automática do conjunto de dados

É possível fazer alterações na configuração de atualização automática de um conjunto de dados, 
como alterar a frequência das atualizações. Você também pode desativar sua configuração de 
atualização automática para pausar as atualizações do seu conjunto de dados.

Para fazer alterações na configuração de atualização automática de um conjunto de dados, faça o 
seguinte:

1. No painel de navegação do Canvas à esquerda, escolha Automações.

2. Escolha a guia Configuração.

3. Para sua configuração de atualização automática, escolha o ícone Mais opções
( ).

4. No menu suspenso, escolha Atualizar configuração. Você é direcionado para a guia Atualizações 
automáticas do conjunto de dados.

5. Faça as suas alterações na configuração. Quando terminar de fazer as alterações, selecione
Salvar.

Para pausar as atualizações do conjunto de dados, desative sua configuração automática. Uma 
forma de desativar as atualizações automáticas é fazer o seguinte:

1. No painel de navegação do Canvas à esquerda, escolha Automações.

2. Escolha a guia Configuração.

3. Encontre sua configuração na lista e desative o botão de atualização automática.

As atualizações automáticas do seu conjunto de dados agora estão pausadas. Você pode ativar 
essa opção novamente a qualquer momento para retomar a programação de atualizações.
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Edite sua configuração automática de previsão de lote

Ao editar uma configuração de previsão em lote, você pode alterar o conjunto de dados de destino, 
mas não a frequência (já que as previsões automáticas de lote ocorrem sempre que o conjunto de 
dados é atualizado).

Para fazer alterações em sua configuração automática de previsões em lote, faça o seguinte:

1. No painel de navegação do Canvas à esquerda, escolha Automações.

2. Escolha a guia Configuração.

3. Para sua configuração de atualização automática, escolha o ícone Mais opções
( ).

4. No menu suspenso, escolha Atualizar configuração. Você é direcionado para a guia Atualizações 
automáticas do conjunto de dados.

5. A caixa de diálogo Automatizar previsão em lote é aberta. Você pode selecionar outro conjunto de 
dados e escolher Configurar para salvar suas alterações.

Sua configuração automática de previsões em lote agora está atualizada.

Para pausar suas previsões automáticas em lote, desative sua configuração automática. Use o 
procedimento a seguir para desativar sua configuração:

1. No painel de navegação do Canvas à esquerda, escolha Automações.

2. Escolha a guia Configuração.

3. Encontre sua configuração na lista e desative o botão de atualização automática.

As previsões automáticas em lote para seu conjunto de dados agora estão pausadas. Você pode 
ativar essa opção novamente a qualquer momento para retomar a programação de atualizações.

Excluir uma configuração automática

Talvez você queira excluir uma configuração para interromper seu fluxo de trabalho automatizado no 
SageMaker Canvas.

Para excluir uma configuração para atualizações automáticas de conjuntos de dados ou previsões 
automáticas em lote, faça o seguinte:

1. No painel de navegação do Canvas à esquerda, escolha Automações.
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2. Escolha a guia Configuração.

3. Encontre sua configuração de atualização automática e escolha o ícone Mais opções
( ).

4. Escolha Excluir configuração.

5. Na caixa de diálogo exibida, escolha Excluir.

Sua configuração de atualização automática agora está excluída.

Colabore com cientistas de dados

Note

A funcionalidade descrita nesta página se aplica somente ao Amazon SageMaker Studio 
Classic. Atualmente, você só pode compartilhar modelos com o Canvas (ou visualizar 
modelos compartilhados do Canvas) no Studio Classic. Se você estiver usando a versão 
mais recente do Studio, deverá executar o Studio Classic a partir da versão mais recente 
do Studio para compartilhar modelos no Canvas ou visualizar modelos compartilhados no 
Canvas. Para obter mais informações sobre como acessar o Studio Classic, consulte a
documentação do Studio Classic.

Com o Amazon SageMaker Canvas, analistas de negócios que usam o Canvas e cientistas de dados 
que usam o Amazon SageMaker Studio Classic podem compartilhar modelos de ML e colaborar 
entre si enquanto trabalham em seus próprios ambientes para compartilhar conhecimento de 
domínio e fornecer informações especializadas para melhorar os modelos.

Usando SageMaker a colaboração do Canvas, você pode compartilhar modelos de construção 
padrão do Canvas com cientistas de dados no Studio Classic para revisar, atualizar e compartilhar 
com os usuários do Canvas. Os usuários do Canvas podem compartilhar uma versão de um modelo 
com até 23 usuários do Studio Classic.

Note

A colaboração em modelos com usuários do Studio Classic não é suportada para predição 
de imagem com rótulo único, previsão de texto com várias categorias ou tipos de modelos de 
previsão de séries temporais.
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Além disso, o SageMaker Canvas não suporta o compartilhamento do seu modelo com o 
mesmo perfil de usuário que criou o modelo. Você deve ter dois perfis de usuário separados 
para compartilhar um modelo.

As seções a seguir descrevem as etapas da colaboração:

• No aplicativo Canvas, um analista de negócios compartilha seu modelo com um usuário do Studio 
Classic.

• O usuário do Studio Classic recebe o modelo compartilhado no aplicativo Studio Classic. 
Eles podem optar por compartilhar feedback com o analista, fazer atualizações no modelo ou 
compartilhar uma versão alternativa do modelo.

• O analista de negócios recebe o feedback ou o modelo atualizado no Canvas e pode gerar 
previsões no modo somente visualização.

Para colaborar, o usuário do Canvas e o usuário do Studio Classic devem estar no mesmo 
SageMaker domínio da Amazon. Para obter mais informações sobre como configurar seu domínio e 
usuários, consulte os Pré-requisitos do SageMaker Canvas.

Note

A colaboração de modelos é diferente de Traga seu próprio modelo para o SageMaker 
Canvas, onde você pode trazer um modelo que você treinou para qualquer lugar e importá-lo 
para o Canvas para gerar previsões.

Pré-requisitos

Antes que um usuário do Canvas e um usuário do Studio Classic possam colaborar em modelos, a 
função do IAM dos usuários deve ter permissões AWS Identity and Access Management (IAM) para 
compartilhar modelos. Se você ainda não configurou permissões, consulte Conceda permissões aos 
usuários para colaborar com o Studio Classic.

O usuário do Canvas também deve ter um modelo de construção padrão treinado em Canvas e 
pronto para ser compartilhado.
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Note

A colaboração não é compatível com modelos de compilação rápida.

Você também deve ter o nome do perfil de usuário do Studio Classic com quem deseja colaborar. O 
usuário do Studio Classic deve estar no mesmo SageMaker domínio da Amazon que seu usuário do 
Canvas. Você pode encontrar o nome do perfil de usuário usando o procedimento a seguir:

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Domínios.

3. A partir da lista de Domínios, escolha o seu Domínio. Isso abre a página de detalhes do domínio, 
onde você pode encontrar todos os perfis de usuário do domínio.

Mantenha o nome do perfil de usuário pronto para a primeira etapa do tutorial a seguir.

Usuários do Canvas: compartilhe um modelo com usuários do Studio Classic

No aplicativo Canvas, compartilhe a versão do seu modelo com os usuários do Studio Classic ou 
solicite feedback deles. Você deve usar uma versão do modelo que tenha sido criada; você não 
pode compartilhar uma versão de modelo que seja um rascunho ou que esteja sendo compilada 
atualmente. É possível compartilhar apenas uma versão por modelo.

Para compartilhar seu modelo do Canvas com usuários do Studio Classic, use o procedimento a 
seguir.

1. Abra o aplicativo SageMaker Canvas.

2. Na página Modelos, selecione o modelo que você deseja compartilhar. Você só pode 
compartilhar modelos de compilação padrão.

3. No cabeçalho, escolha Compartilhar.

4. Na caixa de diálogo Compartilhar modelo faça o seguinte:

a. Na lista suspensa Escolha uma versão do modelo para compartilhar, selecione a versão do 
modelo para a qual você deseja feedback.

b. Na lista suspensa Usuários do SageMaker Studio, selecione Usuários do Studio Classic por 
seus nomes de perfil. Você pode adicionar até 23 usuários do Studio Classic.
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c. No campo Adicionar uma nota, você pode inserir uma nota rápida que acompanha seu 
modelo ao enviá-lo aos usuários do Studio Classic.

d. Escolha Compartilhar.

e. Na caixa de diálogo de confirmação Compartilhar modelo que aparece, escolha
Compartilhar.

Agora você compartilhou seu modelo com os usuários do Studio Classic, e os usuários recebem uma 
notificação no Studio Classic de que um modelo foi compartilhado com eles.

Usuários do Studio Classic: Receba um modelo no Studio Classic de usuários do Canvas

No Studio Classic, se um modelo tiver sido compartilhado com você, você receberá uma notificação 
semelhante à seguinte ao abrir o aplicativo Studio Classic.

Escolha Exibir modelos compartilhados para abrir a página Modelos e cadernos compartilhados
no Studio Classic. Se você perder a notificação, poderá encontrar a página Modelos e cadernos 
compartilhados fazendo o seguinte:

1. Abra seu aplicativo Amazon SageMaker Studio Classic.

2. No painel de navegação lateral, escolha o ícone

Início( ).

3. Na barra de navegação lateral que se abre, escolha Modelos.

4. Na lista suspensa, escolha Modelos compartilhados para abrir a página Modelos e cadernos 
compartilhados.

Na página Modelos e cadernos compartilhados, selecione o filtro Compartilhado comigo. Você 
deve ver o modelo Canvas que foi compartilhado com você na lista de modelos compartilhados. 
Escolha Visualizar modelo no modelo compartilhado, o que abre a página de detalhes do modelo 
no Autopilot. O modelo aberto deve ter um banner na parte superior semelhante à captura de tela a 
seguir.
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Nesta página, você pode ver os detalhes do modelo, bem como quaisquer notas sobre o modelo 
compartilhadas com você pelo usuário do Canvas. No banner do Canvas na parte superior, você 
pode escolher as seguintes ações:

• Compartilhar feedback com o usuário do Canvas.

• Faça atualizações no modelo compartilhado e compartilhe as atualizações com o usuário do 
Canvas.

• Compartilhe uma versão alternativa do modelo com o usuário do Canvas. O Canvas usa o
Autopilot para treinar várias versões do modelo e selecionar a melhor versão. Você pode 
selecionar uma versão diferente se decidir que é melhor para seu caso de uso.

Para obter mais informações sobre as ações precedentes, consulte as seções a seguir.

Compartilhar feedback

Talvez você queira enviar um comentário ou feedback para o usuário do Canvas sem fazer nenhuma 
alteração no modelo.

Para compartilhar feedback sobre o modelo compartilhado, use o procedimento a seguir:

1. Na página de detalhes do modelo, escolha Compartilhar feedback.

2. Na caixa de diálogo Compartilhar feedback, adicione uma observação no campo Adicionar 
feedback.

3. Escolha Compartilhar para enviar o feedback ao usuário do Canvas.

Depois de dar feedback, você pode ver o feedback enviado no banner do Canvas na parte superior 
da página de detalhes do modelo. O usuário do Canvas recebe o feedback no aplicativo Canvas e 
pode fazer alterações com base no seu feedback.
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Compartilhe um modelo atualizado com o usuário do Canvas

Você pode querer fazer alterações no modelo que o usuário do Canvas compartilhou com você. Por 
exemplo, talvez você queira usar transformações de dados avançadas, como a codificação one-hot, 
para melhorar a precisão do modelo. Você pode atualizar o modelo com o Amazon SageMaker Data 
Wrangler e o Amazon SageMaker Autopilot no Studio Classic, que são recursos que ajudam você a 
fazer transformações de dados e treinar seu modelo.

Warning

Se você sair do fluxo de trabalho a seguir a qualquer momento, as atualizações do modelo 
não serão salvas e você deverá reiniciar o fluxo de trabalho.

Para atualizar o modelo e enviar o modelo atualizado para o usuário do Canvas, use o seguinte 
procedimento:

1. Na página de detalhes do modelo, no banner do Canvas, escolha Atualizar modelo.

2. Na lista suspensa do banner, escolha Atualizar transformações de dados.

3. O fluxo de trabalho abre seu modelo no Amazon SageMaker Data Wrangler, onde você pode 
escolher editar as transformações de dados usadas para o modelo. Faça suas transformações 
de dados na interface do Data Wrangler. Para obter mais informações sobre o Data Wrangler e 
as transformações de dados que você pode usar, consulte a documentação do Data Wrangler.

4. Depois de concluir suas transformações de dados, escolha Retreinar modelo no banner do 
Canvas para abrir a página Exportar dados e treinar um modelo com o SageMaker Autopilot na 
interface do Data Wrangler.

5. Verifique os campos na página Exportar dados e treine um modelo com o SageMaker Autopilot
e, em seguida, escolha Exportar e treinar para exportar suas transformações de dados para o 
Amazon SageMaker Autopilot.
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6. O fluxo de trabalho abre a página Criar um experimento de Autopilot no Autopilot, onde você 
pode criar um experimento de Autopilot e retreinar o modelo com as transformações de dados 
atualizadas. Preencha os campos de cada uma das páginas do experimento criar um Autopilot.

Para obter mais informações sobre o Autopilot e os experimentos do Autopilot, consulte Criar um 
experimento na documentação do Autopilot.

7. Depois de concluir a configuração do experimento do Autopilot e revisar as configurações 
finais, escolha Criar experimento na interface do Autopilot para começar a treinar o modelo. O 
modelo treina, durante o qual você pode escolher Parar o treinamento na interface do Autopilot a 
qualquer momento.

8. Depois que o modelo for treinado, o banner do Canvas na parte superior da página compara 
as métricas do modelo antigo com o modelo atualizado. O Resumo do melhor modelo lista as 
métricas, como Recordar e Precisão, e se o novo modelo melhora as métricas ou não. Analise 
as métricas e decida se você gostaria de compartilhar o modelo atualizado ou não. Para obter 
mais informações sobre as métricas do Autopilot, consulte Métricas e validação.

9. Se você decidir que deseja compartilhar o modelo atualizado com o usuário do Canvas, escolha
Compartilhar no banner.

10. Na caixa de diálogo Compartilhar faça o seguinte:

a. Na lista suspensa Selecione um modelo para compartilhar, o melhor modelo do seu 
experimento de Autopilot já deve estar selecionado e marcado com o rótulo Melhor 
candidato. Se a versão do modelo que você deseja compartilhar não estiver selecionada, 
abra a lista suspensa e selecione a versão correta.

b. Para o campo Adicionar feedback, você pode inserir uma nota para o usuário do Canvas.

c. Escolha Compartilhar para compartilhar o modelo atualizado e a nota com o usuário do 
Canvas.

Depois de compartilhar o modelo, você recebe uma notificação de que seu modelo foi compartilhado 
com êxito, semelhante à captura de tela a seguir.
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Você pode escolher Visualizar modelos compartilhados no banner para retornar à página Modelos e 
cadernos compartilhados. Nesta página, você pode ver o modelo atualizado que você compartilhou 
com o usuário do Canvas sob o rótulo Compartilhado por mim.

Compartilhe um modelo alternativo com o usuário do Canvas

Quando o SageMaker Canvas cria um modelo, o Amazon SageMaker Autopilot treina várias versões 
do modelo e seleciona a melhor. Você pode decidir que uma versão alternativa do modelo é melhor 
de acordo com suas necessidades. Você pode compartilhar uma versão alternativa do Autopilot do 
modelo com o usuário do Canvas em vez de fazer alterações na que ele enviou. Para obter mais 
informações sobre o Autopilot, consulte a documentação do Autopilot.

Para compartilhar um modelo alternativo, use o procedimento a seguir:

1. Na página de detalhes do modelo, no banner do Canvas, escolha Atualizar modelo.

2. Na lista suspensa do banner, escolha Recomendar um candidato alternativo ao Auto ML.

3. A página da tarefa de Autopilot é aberta, onde você pode revisar todas as versões do modelo 
treinado. Quando você estiver pronto para compartilhar uma versão alternativa, no banner do 
Canvas na parte superior da página, escolha Compartilhar.

4. Na caixa de diálogo Compartilhar faça o seguinte:

a. Na lista suspensa Selecionar um modelo para compartilhar, o melhor modelo do seu 
experimento de Autopilot já deve estar selecionado e marcado com o rótulo Melhor 
candidato. Abra a lista suspensa e selecione a versão do modelo alternativo que você 
deseja compartilhar.

b. Para o campo Adicionar feedback, você pode inserir uma nota para o usuário do Canvas.

c. Escolha Compartilhar para compartilhar a versão alternativa do modelo e a nota com o 
usuário do Canvas.

Depois de compartilhar o modelo, você recebe uma notificação de que seu modelo alternativo foi 
compartilhado com êxito, semelhante à captura de tela a seguir.
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Você pode escolher Visualizar modelos compartilhados no banner para retornar à página Modelos e 
cadernos compartilhados. Nesta página, você pode ver o modelo atualizado que você compartilhou 
com o usuário do Canvas sob o rótulo Compartilhado por mim.

Usuários do Canvas: receba atualizações de modelo de um usuário do Studio Classic

Quando um usuário do Studio Classic compartilha um modelo atualizado ou alternativo com o 
usuário do Canvas, o usuário do Canvas recebe uma notificação.

No aplicativo Canvas, a notificação se parece com a captura de tela a seguir.

Você pode escolher Visualizar atualização para ver o modelo atualizado ou acessar a página
Modelos no aplicativo Canvas e selecionar o modelo compartilhado para visualizá-lo.

Note

Os usuários do Canvas não podem editar um modelo que tenha sido compartilhado com eles 
por um usuário do Studio Classic. Os modelos importados do Studio Classic são somente 
para visualização e previsão.

Um modelo no qual um usuário do Studio Classic colaborou se parece com o cartão a seguir na 
página Modelos.
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A importação do modelo do Studio Classic pode levar até 20 minutos, durante os quais o modelo 
aparece como Importando.
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Depois de importar o modelo, você pode visualizar suas métricas e gerar previsões com ele.

A captura de tela a seguir mostra a guia Analisar, na qual você pode avaliar a precisão e as métricas 
do modelo. Para ter mais informações, consulte Avalie o desempenho do seu modelo no Amazon 
SageMaker Canvas.

A captura de tela a seguir mostra a guia Prever, na qual você pode gerar previsões com o modelo. 
Para obter mais informações sobre como gerar previsões no Canvas, consulteFaça previsões para 
seus dados.
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Nas guias Analisar e Predizer, você pode ver o painel Histórico compartilhado, que mostra as 
versões do modelo e os comentários compartilhados com você pelos usuários do Studio Classic.

Traga seu próprio modelo para o SageMaker Canvas

Note

A funcionalidade descrita nesta página se aplica somente ao Amazon SageMaker Studio 
Classic. Atualmente, você só pode compartilhar modelos com o Canvas (ou visualizar 
modelos compartilhados do Canvas) no Studio Classic. Se você estiver usando a versão 
mais recente do Studio, deverá executar o Studio Classic a partir da versão mais recente 
do Studio para compartilhar modelos no Canvas ou visualizar modelos compartilhados no 
Canvas. Para obter mais informações sobre como acessar o Studio Classic, consulte a
documentação do Studio Classic.

Os analistas de negócios podem se beneficiar dos modelos de ML já criados por cientistas de dados 
para resolver problemas de negócios, em vez de criar um novo modelo no Amazon SageMaker 
Canvas. No entanto, pode ser difícil usar esses modelos fora dos ambientes em que são construídos 
devido aos requisitos técnicos, à rigidez das ferramentas e aos processos manuais de importação de 
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modelos. Isso geralmente força os usuários a reconstruir modelos de ML, resultando na duplicação 
de esforços e em mais tempo e recursos.

SageMaker O Canvas remove essas limitações para que você possa gerar previsões no Canvas com 
modelos que você treinou em qualquer lugar. Você pode registrar modelos de ML no SageMaker 
Model Registry, que é um armazenamento de metadados para modelos de ML, e importá-los para o 
SageMaker Canvas. Além disso, você pode gerar previsões com modelos que cientistas de dados 
treinaram no Amazon SageMaker Autopilot ou. SageMaker JumpStart Os usuários do Canvas podem 
então analisar e gerar previsões a partir de qualquer modelo que tenha sido compartilhado com eles.

Depois de satisfazer o Pré-requisitos, consulte as seções a seguir para obter instruções sobre 
como trazer seus próprios modelos para o Canvas e gerar previsões. O fluxo de trabalho começa 
no Studio Classic, onde um usuário do Studio Classic compartilha um modelo com um usuário do 
Canvas. Em seguida, o usuário do Canvas faz login em seu aplicativo Canvas para receber o modelo 
compartilhado e gerar previsões com ele.

Note

Você pode compartilhar modelos treinados com dados tabulares, de texto e de imagem no 
Canvas. Você não pode compartilhar modelos de séries temporais. Além disso, o traga seu 
próprio modelo (BYOM) do Canvas suporta apenas modelos baseados em CPU (ou modelos 
que usam instâncias de CPU para fazer previsões).

Pré-requisitos

Para trazer seu modelo para o SageMaker Canvas, preencha os seguintes pré-requisitos:

• Você deve ter um usuário do Amazon SageMaker Studio Classic que tenha se integrado ao 
Amazon SageMaker Domain. O usuário do Studio Classic deve estar no mesmo domínio que o 
usuário do Canvas. O compartilhamento de modelos ocorre quando um usuário do Studio Classic 
compartilha um modelo com um usuário do Canvas de dentro do Studio Classic. Se você ainda 
não tiver um usuário do Studio Classic configurado, consulte a documentação do Studio Classic e 
o  SageMaker domínio Onboard to Amazon.

• Você deve ter um modelo treinado do SageMaker Autopilot ou do SageMaker Model Registry. 
SageMaker JumpStart Para qualquer modelo que você tenha construído fora do SageMaker, você 
deve registrar seu modelo no Registro de Modelos antes de importá-lo para o Canvas. Para obter 
mais informações, consulte a documentação do Registro do modelo.
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• O usuário do Canvas com quem você deseja compartilhar seu modelo deve ter permissão para 
acessar o bucket do Amazon S3 no qual você armazena seus conjuntos de dados e artefatos do 
modelo. Para obter instruções sobre como os administradores podem dar aos usuários do Canvas 
as permissões que eles precisam ter, consulte Conceda permissões aos usuários para colaborar 
com o Studio Classic.

• Você também deve ter o nome do perfil de usuário do Canvas com quem deseja colaborar. O 
usuário do Canvas deve estar no mesmo SageMaker domínio da Amazon que seu usuário do 
Studio Classic. Você pode encontrar o nome do perfil de usuário usando o procedimento a seguir:

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Domínios.

3. A partir da lista de Domínios, escolha o seu Domínio. Isso abre a página de detalhes do 
domínio, onde você pode encontrar todos os perfis de usuário do domínio.

Mantenha o nome do perfil de usuário pronto para a primeira etapa do tutorial a seguir.

Se seu aplicativo SageMaker Canvas estiver sendo executado em uma VPC de cliente particular, 
qualquer modelo de piloto automático compartilhado do Studio Classic deve usar o modo Autopilot 
HPO para oferecer suporte à geração de previsões no Canvas. Para obter mais informações sobre o 
modo HPO, consulte Modos de treinamento e suporte a algoritmos na documentação do Autopilot.

Note

Se você quiser feedback de cientistas de dados sobre um modelo construído dentro do 
Canvas, consulteColabore com cientistas de dados, onde um usuário do Canvas compartilha 
um modelo com um usuário do Studio Classic e o usuário do Studio Classic compartilha 
feedback ou atualizações do modelo.

Usuários do Studio Classic: compartilhar um modelo com o SageMaker Canvas

Você deve ter um modelo treinado com dados tabulares que esteja pronto para compartilhar com os 
usuários do Canvas. Consulte as seções a seguir para obter informações sobre como compartilhar 
seus modelos a partir dos recursos do Studio Classic.
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Autopilot

Você pode compartilhar um modelo com o Canvas do Amazon SageMaker Autopilot no Studio 
Classic. O piloto automático é um recurso que permite treinar e implantar seus modelos em 
SageMaker.

Você precisa ter um usuário do Studio Classic e um modelo treinado prontos para compartilhar 
no Autopilot. Para obter mais informações sobre como configurar o Studio Classic, consulte a
documentação do Studio Classic. Para obter mais informações sobre o Autopilot, consulte a
documentação do Autopilot.

Para compartilhar um modelo do Autopilot para o Canvas, use o procedimento a seguir.

1. Abra seu aplicativo Amazon SageMaker Studio Classic.

2. No painel de navegação lateral, escolha o ícone

Início( ).

3. Na barra de navegação lateral do Studio Classic, escolha AutoML para abrir o Autopilot.

4. Na página Autopilot, selecione o modelo do Autopilot que você deseja compartilhar com o 
usuário do Canvas. É possível compartilhar apenas um modelo de cada vez.

5. Na página de detalhes do trabalho do Autopilot, na guia Modelos, selecione a versão do modelo 
que você deseja compartilhar.

6. Escolha Compartilhar.

7. Na caixa de diálogo Compartilhar modelo faça o seguinte:

a. No campo Adicionar usuários do Canvas, insira o nome do perfil do usuário do Canvas. 
Você pode digitar até 23 usuários do Canvas. Se um perfil de usuário que você especificar 
não tiver um aplicativo Canvas associado a ele, você não poderá inserir o nome do perfil.

b. Para o campo Adicionar uma observação, adicione uma descrição ou nota para o usuário 
do Canvas quando ele receber o modelo.

c. Escolha Compartilhar para compartilhar o modelo.

Agora você compartilhou o modelo com o usuário do Canvas.

JumpStart

Você pode compartilhar um modelo com o Canvas a partir SageMaker JumpStart do Studio Classic. 
Com JumpStart, você pode acessar e ajustar modelos pré-treinados antes de implantá-los.
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Você precisa ter um usuário do Studio Classic e um trabalho de treinamento concluído com êxito 
no JumpStart. Para obter mais informações sobre como configurar o Studio Classic, consulte 
a documentação do Studio Classic. Para obter mais informações sobre JumpStart, consulte a
JumpStart documentação.

Para compartilhar um modelo do JumpStart Canvas, use o procedimento a seguir.

1. Abra seu aplicativo Amazon SageMaker Studio Classic.

2. No painel de navegação lateral, escolha o ícone

Início( ).

3. Na barra de navegação lateral que se abre, escolha SageMaker JumpStart.

4. Escolha  JumpStart Ativos lançados para abrir a página que lista seus trabalhos de JumpStart 
treinamento, modelos e endpoints.

5. Escolha a guia Trabalhos de treinamento para ver a lista de seus modelos de trabalhos de 
treinamento.

6. Na lista de trabalhos de treinamento, selecione o trabalho de treinamento que você deseja 
compartilhar com o usuário do Canvas. É possível compartilhar apenas um trabalho de cada 
vez. Isso abre a página de detalhes do trabalho de treinamento.

7. No cabeçalho do trabalho de treinamento, escolha Compartilhar e selecione Compartilhar no 
Canvas.

Note

Você só pode compartilhar modelos tabulares no Canvas. Tentar compartilhar um 
modelo que não é tabular gera um erro Unsupported data type.

8. Na caixa de diálogo Compartilhar com o Canvas faça o seguinte:

a. No campo Adicionar usuários do Canvas para compartilhar, insira o nome do perfil do 
usuário do Canvas. Você pode digitar até 23 usuários do Canvas. Se um perfil de usuário 
que você especificar não tiver um aplicativo Canvas associado a ele, você não poderá 
inserir o nome do perfil.

b. Para o campo Adicionar uma observação, adicione uma descrição ou nota para o usuário 
do Canvas quando ele receber o modelo.

c. Escolha Compartilhar para compartilhar o modelo.
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Agora você compartilhou o modelo com o usuário do Canvas.

Registro do modelo

Você pode compartilhar um modelo com o Canvas a partir do SageMaker Model Registry no Studio 
Classic. Com o Model Registry, você pode registrar modelos que você traz de fora SageMaker e 
integrá-los aos seus pipelines de ML.

Você precisa ter um usuário do Studio Classic e uma versão do modelo salvos no Registro 
de modelos. Para obter mais informações sobre como configurar o Studio Classic, consulte a
documentação do Studio Classic. Se você não tiver uma versão do modelo no Registro do modelos, 
crie um grupo de modelos e registre uma versão nele. Para obter mais informações sobre o Registro 
do modelo, consulte a documentação do Registro do modelo.

Para compartilhar uma versão do modelo do Registro do modelo para o Canvas, use o procedimento 
a seguir.

1. Abra seu aplicativo Amazon SageMaker Studio Classic.

2. No painel de navegação lateral, escolha o ícone

Início( ).

3. Na barra de navegação lateral que se abre, escolha Modelos.

4. Selecione Registro do modelo na lista suspensa para abrir a página Registro do modelo e 
mostrar todos os grupos de modelos registrados em sua conta.

5. Escolha o grupo de modelos que tem a versão do modelo que você deseja compartilhar.

6. Você pode compartilhar uma versão do modelo na página do grupo de modelos ou na página da 
versão do modelo.

• Para compartilhar uma versão do modelo na página do grupo de modelos, execute as etapas 
a seguir:

1. Escolha Versões e marque a caixa ao lado da versão do modelo que você deseja 
compartilhar com o usuário do Canvas. É possível compartilhar apenas uma versão do 
modelo de cada vez.

2. No menu suspenso Ações, escolha Compartilhar artefatos do modelo.

• Para compartilhar uma versão do modelo na página da versão do modelo, execute as etapas 
a seguir:
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1. Escolha Versões e selecione o nome da versão do modelo que você deseja compartilhar 
com o usuário do Canvas. É possível compartilhar apenas uma versão do modelo de 
cada vez.

2. No menu suspenso Ações, escolha Compartilhar artefatos do modelo.

7. Na caixa de diálogo Compartilhar modelo faça o seguinte:

a. No campo Adicionar usuários do Canvas para compartilhar, insira o nome do perfil do 
usuário do Canvas. Você pode digitar até 23 usuários do Canvas. Se um perfil de usuário 
que você especificar não tiver um aplicativo Canvas associado a ele, você não poderá 
inserir o nome do perfil.

b. Em Adicionar detalhes do modelo, faça o seguinte:

i. No campo Conjunto de dados de treinamento, insira o caminho do Amazon S3 para seu 
conjunto de dados de treinamento.

ii. No campo Conjunto de dados de validação, insira o caminho do Amazon S3 para seu 
conjunto de dados de validação.

iii. Em Coluna de destino, selecione Usar a primeira coluna se a primeira coluna no seu 
conjunto de dados for o destino ou selecione Especificar o nome da coluna de destino
para definir o destino como uma coluna diferente no seu conjunto de dados.

iv. Para Cabeçalhos de coluna, selecione uma das seguintes opções:

A. Selecione Usar a primeira linha se a primeira linha do seu conjunto de dados 
contiver os cabeçalhos das colunas.

B. Selecione Especificar um conjunto de dados diferente no S3 para cabeçalhos de 
coluna se você tiver um arquivo armazenado no Amazon S3 contendo cabeçalhos 
que podem ser mapeados para seu conjunto de dados. O arquivo de cabeçalhos 
deve ter o mesmo número de colunas do seu conjunto de dados.

C. Selecione Gerar automaticamente se você ainda não tiver cabeçalhos de coluna e 
quiser SageMaker gerar nomes de colunas genéricos para seu conjunto de dados.

v. Na lista suspensa Tipo de problema, selecione seu tipo de modelo.

vi. Se você selecionou a Classificação binária ou os tipos de problema multiclasse, a 
opção Configurar saídas do modelo será exibida.

Se você já tem um arquivo armazenado no Amazon S3 que mapeia os nomes das 
classes da coluna de destino padrão para os nomes de classe desejados, ative os
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nomes de saída do modelo e insira o caminho do Amazon S3 para o arquivo de 
mapeamento. Se você não tiver um arquivo de mapeamento, desative os nomes de 
saída do modelo e insira manualmente o Número de saídas do modelo (o número de 
classes da coluna de destino em seus dados). Em seguida, insira os nomes de classe 
desejados para substituir os nomes de classe padrão.

c. (Opcional) Para o campo Adicionar uma observação, adicione uma descrição ou nota para o 
usuário do Canvas quando ele receber o modelo.

d. Escolha Compartilhar para compartilhar a versão do modelo.

Agora você compartilhou o modelo com o usuário do Canvas.

Modelos e cadernos compartilhados

Na página de modelos e cadernos compartilhados no Amazon SageMaker Studio Classic, você pode 
ver os modelos que você compartilhou e que foram compartilhados com você. Esta página oferece 
um local central para visualizar e gerenciar todos os seus modelos no Studio Classic.

Você precisa ter um usuário do Studio Classic e um modelo prontos para compartilhar no Autopilot 
ou no Model Registry. JumpStart Para obter mais informações sobre como configurar o Studio 
Classic, consulte a documentação do Studio Classic. Para obter mais informações sobre a 
página Modelos e cadernos compartilhados, consulte a documentação de modelos e cadernos 
compartilhados.

O exemplo a seguir mostra como compartilhar um modelo do Amazon SageMaker Autopilot, mas 
você pode usar o recurso de compartilhamento na página Modelos e cadernos compartilhados para 
compartilhar modelos de qualquer um dos outros recursos das seções anteriores, como Jumpstart e 
Model Registry.

Para compartilhar um modelo do Autopilot na página Modelos e cadernos compartilhados, use o 
procedimento a seguir.

1. Abra seu aplicativo Amazon SageMaker Studio Classic.

2. No painel de navegação lateral, escolha o ícone

Início( ).

3. Na barra de navegação lateral do Studio Classic, escolha Modelos.

4. Na lista suspensa, escolha Modelos compartilhados para abrir a página Modelos e cadernos 
compartilhados.
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5. Escolha o ícone do filtro e, na lista suspensa Compartilhado, escolha Autopilot.

6. Selecione o modelo do Autopilot na lista que você deseja compartilhar com o usuário do Canvas. 
É possível compartilhar apenas um modelo de cada vez. Como alternativa, você pode selecionar 
o modelo para abrir a página de detalhes do modelo.

7. Na página de tarefas do Autopilot ou na página de detalhes do modelo, escolha Compartilhar.

8. Na caixa de diálogo Compartilhar modelo faça o seguinte:

a. No campo Adicionar usuários do Canvas para compartilhar, insira o nome do perfil do 
usuário do Canvas. Você pode digitar até 23 usuários do Canvas. Se um perfil de usuário 
que você especificar não tiver um aplicativo Canvas associado a ele, você não poderá 
inserir o nome do perfil.

b. Para o campo Adicionar uma observação, adicione uma descrição ou nota para o usuário 
do Canvas quando ele receber o modelo.

c. Escolha Compartilhar para compartilhar o modelo.

Agora você compartilhou o modelo com o usuário do Canvas.

Depois de compartilhar o modelo, você recebe um pop-up de notificação no Studio Classic 
semelhante à captura de tela a seguir.

Você pode escolher Exibir modelo para abrir a página Modelos e cadernos compartilhados no Studio 
Classic. Você também pode visualizar seus modelos compartilhados a qualquer momento na página
Modelos e cadernos compartilhados.

Nesta página, você pode ver os modelos que você compartilhou com o usuário do Canvas sob o 
rótulo Compartilhado por mim, conforme mostrado na captura de tela a seguir.
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Os modelos que você compartilhou com o Canvas têm texto no cartão semelhante ao exemplo a 
seguir: Shared to: 12 Canvas users.
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Usuários do Canvas: recebam um modelo compartilhado no SageMaker Canvas

Quando um usuário do Studio Classic compartilha um modelo com um usuário do Canvas, você 
recebe uma notificação no aplicativo Canvas de que um usuário do Studio Classic compartilhou um 
modelo com você.

No aplicativo Canvas, a notificação é semelhante à captura de tela a seguir.

Você pode escolher Visualizar atualização para ver o modelo compartilhado ou acessar a página
Modelos no aplicativo Canvas para descobrir todos os modelos que foram compartilhados com você.

Note

Os usuários do Canvas não podem editar um modelo que tenha sido compartilhado com eles 
por um usuário do Studio Classic. Os modelos importados do Studio Classic são somente 
para visualização e previsão.

Um modelo que foi compartilhado por um usuário do Studio Classic se parece com o cartão a 
seguir na página Modelos. Isso é diferente de Colabore com cientistas de dados quando um usuário 
do Canvas compartilha um modelo e um usuário do Studio Classic compartilha atualizações ou 
feedback com o usuário do Canvas.
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A importação do modelo do Studio Classic pode levar até 20 minutos, durante os quais o modelo 
aparece como Importando.

Depois de importar o modelo, você pode visualizar suas métricas e gerar previsões com ele. 
SageMaker O Canvas usa recursos do Amazon SageMaker Serverless Inference para gerar análises 
e previsões de modelos para modelos compartilhados. Talvez você veja os custos associados à 
inferência sem servidor na sua conta AWS.

A captura de tela a seguir mostra a guia Analisar no aplicativo Canvas para um modelo 
compartilhado, onde você pode avaliar a precisão e as métricas do modelo. Para ter mais 
informações, consulte Avalie o desempenho do seu modelo no Amazon SageMaker Canvas.

A captura de tela a seguir mostra a guia Prever, na qual você pode gerar previsões com o modelo. 
Para obter mais informações sobre como gerar previsões no Canvas, consulteFaça previsões para 
seus dados.

Usar modelos personalizados 1113

https://docs.aws.amazon.com/sagemaker/latest/dg/serverless-endpoints.html


Amazon SageMaker Guia do Desenvolvedor

Nas guias Analisar e Predizer, você pode ver o painel Histórico compartilhado, que mostra as 
versões do modelo e os comentários compartilhados com você pelos usuários do Studio Classic.

Sair do Amazon SageMaker Canvas

Se você não estiver usando ativamente o Amazon SageMaker Canvas, recomendamos que você se 
desconecte ou configure seu aplicativo para ser desligado automaticamente. Assim que você inicia o 
aplicativo Canvas, uma instância do espaço de trabalho é dedicada para seu uso e você é cobrado 
pelo tempo em que está logado. O encerramento da sessão ou o desligamento automático encerra a 
instância do espaço de trabalho. Para obter mais informações, consulte SageMaker Preços.

As seções a seguir descrevem como sair do seu aplicativo Canvas e como configurar seu aplicativo 
para ser desligado automaticamente de acordo com um cronograma.

Sair do Canvas

Quando você sai do Canvas, seus modelos e conjuntos de dados não são afetados, mas o 
SageMaker Canvas cancela todas as tarefas de criação rápida. Se você sair do SageMaker Canvas 
enquanto estiver executando uma compilação rápida, sua compilação poderá ser interrompida até 
que você faça login novamente. Quando você faz login novamente, o SageMaker Canvas reinicia 
automaticamente a compilação. As compilações padrão continuam mesmo se você se desconectar.
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Para sair, escolha o botão Sair
( ) 
no painel esquerdo do aplicativo SageMaker Canvas.

Você também pode sair do aplicativo SageMaker Canvas fechando a guia do navegador e excluindo 
o aplicativo no console.

Depois de sair, o SageMaker Canvas solicita que você reinicie em uma guia diferente. O login 
leva entre 3 minutos e 8 minutos. Se você tiver um administrador que configurou o SageMaker 
Canvas para você, use as instruções que eles lhe deram para entrar novamente. Se não tiver um 
administrador, consulte o procedimento para acessar o SageMaker Canvas emPré-requisitos para 
configurar o Amazon Canvas SageMaker .

Desligue automaticamente o Canvas

Se você é administrador do Canvas, talvez queira encerrar aplicativos regularmente para reduzir 
custos. Você pode criar um cronograma para desligar os aplicativos ativos do Canvas ou criar uma 
automação para desligar os aplicativos do Canvas assim que estiverem ociosos (o que significa que 
o usuário não está ativo há 2 horas).

Você pode criar essas soluções usando AWS Lambda funções que chamam a DeleteApp API e 
excluem aplicativos do Canvas em determinadas condições. Para obter mais informações sobre 
essas soluções e acesso aos AWS CloudFormation modelos que você pode usar, consulte o 
blog Otimizando custos para o Amazon SageMaker Canvas com o desligamento automático de 
aplicativos inativos.

Note

Você pode sentir a falta de CloudWatch métricas da Amazon se houver um erro ao configurar 
seu cronograma de desligamento ocioso ou um CloudWatch erro. Recomendamos que você 
adicione um CloudWatch alarme que monitore as métricas ausentes. Se você encontrar esse 
problema, entre em contato AWS Support para obter ajuda.

Limitações e solução de problemas

A seção a seguir descreve a ajuda para solução de problemas e as limitações que se aplicam 
ao usar o Amazon SageMaker Canvas. Você pode usar esses tópicos para ajudar a solucionar 
quaisquer problemas encontrados.
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Solução de problemas com a concessão de permissões por meio do console 
SageMaker

Se você está tendo problemas para conceder permissões básicas do Canvas ou permissões de 
eady-to-use modelos R ao seu usuário, ele pode ter uma função de execução do AWS IAM com mais 
de uma relação de confiança com outros AWS serviços. Uma relação de confiança é uma política 
anexada à sua função que define quais entidades principais (usuários, funções, contas ou serviços) 
podem assumir a função. Por exemplo, você pode encontrar um problema ao conceder permissões 
adicionais do Canvas ao seu usuário se a função de execução dele tiver uma relação de confiança 
com a Amazon SageMaker e a Amazon Forecast.

Para corrigir esse problema, escolha uma das opções a seguir.

1. Remova todos os serviços confiáveis, exceto um, da função.

Essa solução exige que você edite a relação de confiança da função do IAM do seu perfil de usuário 
e remova todos os AWS serviços, exceto SageMaker.

Para editar a relação de confiança da sua função de execução do IAM, faça o seguinte:

1. Acesse o console do IAM em https://console.aws.amazon.com/iam/.

2. No painel de navegação do console do IAM, escolha Perfis. O console exibe as funções de sua 
conta.

3. Escolha o nome da função que você deseja modificar e selecione a guia Relações de 
confiança na página de detalhes.

4. Escolha Editar política de confiança.

5. No editor Editar política de confiança, cole o conteúdo a seguir e escolha Atualizar política.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "sagemaker.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
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        } 
    ]
}

Também é possível atualizar este documento de política usando a CLI do IAM. Para obter mais 
informações, consulte update-trust na Referência de comandos da IAM.

Agora você pode tentar conceder novamente as permissões básicas do Canvas ou as permissões 
eady-to-use dos modelos R ao seu usuário.

2. Use uma função diferente com um ou menos serviços confiáveis.

Essa solução exige que você especifique uma função diferente do IAM para seu perfil de usuário. 
Use essa opção se você já tiver uma função do IAM que você pode substituir.

Para especificar um perfil de execução diferente para seu usuário, faça o seguinte:

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de Domínios, selecione o Domínio cuja lista de perfis de usuário você deseja visualizar.

5. Na página Detalhes do Domínio, escolha a aba Perfis de usuário.

6. Escolha o usuário cujas permissões você deseja editar. Na página Detalhes do usuário, escolha
Editar.

7. Na página Configurações gerais, escolha a lista suspensa Perfil de execução e selecione o perfil 
que você deseja usar.

8. Escolha Enviar para salvar suas alterações no perfil do usuário.

Agora, seu usuário deve estar usando uma função de execução com apenas um serviço confiável 
(SageMaker).

Você pode tentar conceder novamente as permissões básicas do Canvas ou as permissões eady-to-
use dos modelos R ao seu usuário.
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3. Anexe manualmente a política AWS gerenciada à função de execução em vez de usar o botão nas 
configurações do SageMaker domínio.

Em vez de usar o botão de alternância nas configurações do domínio ou do perfil do usuário, você 
pode anexar manualmente as políticas AWS gerenciadas que concedem ao usuário as permissões 
corretas.

Para conceder permissões básicas do Canvas a um usuário, anexe a
AmazonSageMakerCanvasFullAccesspolítica. Para conceder permissões de eady-to-use modelos R 
a um usuário, anexe a ServicesAccess política de AmazonSageMakerCanvasIA.

Use o seguinte procedimento para anexar uma política gerenciada AWS ao perfil:

1. Acesse o console do IAM em https://console.aws.amazon.com/iam/.

2. Escolha Perfis.

3. Na caixa de pesquisa, busque o perfil do IAM do usuário pelo nome e selecione-o.

4. Na página de perfilo do usuário, em Permissões, escolha Adicionar permissões.

5. Da lista suspensa, escolha Anexar políticas.

6. Pesquise e selecione a política ou políticas que você deseja anexar ao perfil de execução do 
usuário:

a. Para conceder as permissões básicas do Canvas, pesquise e selecione a
AmazonSageMakerCanvasFullAccesspolítica.

b. Para conceder permissões aos eady-to-use modelos R, pesquise e selecione a 
ServicesAccess política de AmazonSageMakerCanvasIA.

7. Escolha Adicionar permissões para anexar a política ao perfil.

Depois de anexar uma política AWS gerenciada à função do usuário por meio do console do IAM, 
seu usuário agora deve ter as permissões básicas do Canvas ou as permissões eady-to-use dos 
modelos R.

Limitações para colaboração

As seguintes limitações gerais se aplicam quando você está colaborando com cientistas de dados no 
Amazon SageMaker Studio Classic.
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• Você só pode compartilhar modelos treinados com sucesso do Canvas para o Studio Classic. Da 
mesma forma, você só pode compartilhar modelos que foram treinados com sucesso no Studio 
Classic de volta ao Canvas.

• Você não pode compartilhar modelos de criação rápida do Canvas com o Studio Classic. Você só 
pode compartilhar modelos de compilação padrão.

• Você só pode compartilhar uma versão de um modelo de compilação padrão treinado no Canvas. 
Você pode treinar versões adicionais do seu modelo no Canvas, mas não pode compartilhá-las 
com o Studio Classic.

• No Studio Classic, você só pode compartilhar feedback ou compartilhar um modelo atualizado com 
o Canvas. Você não pode realizar ambas as ações ao mesmo tempo.

• O limite de tamanho para comentários compartilhados do Studio Classic para o Canvas e do 
Canvas para o Studio Classic é de 1024 caracteres.

• Você só pode compartilhar seus modelos Canvas ou Studio Classic com um perfil de usuário 
diferente. Você não pode compartilhar modelos entre o Canvas e o Studio Classic dentro do seu 
próprio perfil de usuário.

• Você não pode compartilhar de um usuário do Canvas para um usuário do Canvas ou de um 
usuário do Studio Classic para um usuário do Studio Classic.

Também há limitações que se aplicam dependendo do tipo de modelo que você deseja compartilhar. 
Consulte as seções a seguir para ver as limitações dos modelos de previsão de séries temporais e 
dos modelos de previsão numérica e categórica.

Limitações para colaborar em modelos de previsão de séries temporais

As limitações a seguir se aplicam quando você está colaborando em modelos de previsão de séries 
temporais entre o Canvas e o Studio Classic.

• Você não pode fazer previsões com modelos de previsão de séries temporais no Studio Classic 
por meio de um botão Compartilhar automatizado. No entanto, você pode criar um bloco de 
anotações Jupyter e escrever seu próprio código.

• Para modelos de previsão de séries temporais, você não pode alterar a receita do modelo ou as 
transformações de dados no Studio Classic. Você só pode fazer as seguintes atualizações nos 
modelos de previsão de séries temporais no Studio Classic:

• Você pode atualizar o comprimento do horizonte de previsão.

• Você pode atualizar o campo de metadados do item, que agrupa seus dados por uma 
determinada coluna.
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• Você pode atualizar outros campos de dimensão, como especificar uma programação de 
feriados.

Limitações para colaborar em modelos de predição numérica e categórica

As limitações a seguir se aplicam quando você está colaborando em tipos de modelos de predição 
numéricos e categóricos entre o Canvas e o Studio Classic.

• Ao atualizar ou treinar modelos no Studio Classic, se você fechar a guia com o banner de 
colaboração na parte superior, o fluxo de trabalho do modelo de compartilhamento será encerrado 
e você perderá seu progresso. Nesse caso, você deve reiniciar o fluxo de trabalho do modelo de 
compartilhamento na seção Compartilhado comigo na página Modelos compartilhados. Para obter 
mais informações, consulte Colaborar com cientistas de dados.

• Ao atualizar modelos no Studio Classic, você não pode alterar a coluna de destino se quiser 
compartilhar as atualizações do modelo no Canvas. Se você quiser alterar a coluna de destino e 
treinar novamente o modelo, treine o modelo e use o botão Compartilhar para compartilhar com 
o Canvas. Para obter mais informações sobre como compartilhar um novo modelo no Canvas, 
consulte Traga seu próprio modelo para o SageMaker Canvas.

• Ao atualizar modelos na interface Amazon SageMaker Data Wrangler Recipe no Studio Classic, há 
limites para quais alterações um usuário do Studio Classic pode aplicar e que o Canvas suporta:

• Você só pode compartilhar um modelo com o Canvas que tenha sido treinado a partir do último 
nó em um fluxo de dados linear do Data Wrangler.

• Somente nós de transformação são compatíveis.

• Você não pode realizar operações na coluna de Destino.

• Você não pode atualizar o tipo de dados das colunas.

• Você não pode atualizar a fonte de dados nem adicionar uma nova fonte de dados.

• Ao compartilhar um candidato alternativo ao Canvas na página de piloto automático do Studio 
Classic, você não pode selecionar o modelo na tabela de classificação. Você deve escolher o 
modelo compartilhado no banner e, em seguida, selecionar uma alternativa na lista. Para obter 
mais informações, consulte Compartilhar um modelo alternativo com o usuário do Canvas na 
documentação do Canvas.

• Somente modelos compatíveis com SageMaker o Neo podem ser compartilhados de volta ao 
Canvas com sucesso. Os modelos compatíveis são modelos Autopilot que usam algoritmos 
XGBoost ou MLP. Modelos incompatíveis incluem modelos Autopilot que usam o algoritmo linear 
do aluno.
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• Para transformações de fórmulas personalizadas usando o Spark SQL, o Canvas suporta apenas 
operações unárias, funções agregadas, operação de concatenação de strings e operação 
Avançada. Outras operações não são compatíveis.

Limitações para traga seu próprio modelo (BYOM)

As seguintes limitações gerais se aplicam quando você deseja trazer seu próprio modelo para o 
SageMaker Canvas.

• Quando um modelo é compartilhado do Studio Classic para o Canvas, o usuário do Canvas não 
pode atualizar ou visualizar detalhes no conjunto de dados que foi usado para criar o modelo.

• Quando um usuário do Canvas deseja executar uma única previsão em um modelo importado, 
não há restrições de tipo de dados ao atualizar os valores de colunas. Você deve garantir 
manualmente que, ao atualizar valores para previsões únicas, corresponda ao tipo de dados dos 
valores existentes.

• Quando um usuário do Canvas deseja executar previsões em lote em um modelo importado, 
o Canvas assume que você (o usuário do Canvas) sabe como deve ser o conjunto de dados 
de entrada esperado. Você deve ter um conjunto de dados com colunas e tipos de dados que 
correspondam ao conjunto de dados usado para treinar o modelo. Caso contrário, consulte o 
usuário que compartilhou o modelo com você e importe um conjunto de dados que você possa 
usar para executar previsões em lote.

• O aplicativo Canvas usa internamente um endpoint sem servidor para executar previsões e gerar 
métricas de modelo. O modelo compartilhado com o Canvas deve ser compatível com endpoints 
sem servidor:

• O tamanho máximo de memória é de 6144 MB.

• Ao configurar as chaves de resposta de entrada de inferência em seu contêiner, use a seguinte 
configuração:

INFERENCE_INPUT_RESPONSE_KEYS = { 
 "BINARY": ["predicted_label", "probability"], 
 "MULTI_CLASS": ["predicted_label", "probability", "probabilities", "labels"],
}

• Você pode escolher um contêiner SageMaker de inferência fornecido ou trazer seu próprio 
contêiner de inferência de imagem para ser usado como endpoint. SageMaker fornece 
contêineres para seus algoritmos integrados e imagens pré-criadas do Docker para algumas 
das estruturas de aprendizado de máquina mais comuns. Se você estiver trazendo seu próprio 
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contêiner, deverá modificá-lo para funcionar com ele SageMaker. Para obter mais informações 
sobre como levar seu próprio contêiner, consulte Como adaptar seu próprio contêiner de 
inferência.

• As exclusões de recursos para endpoints sem servidor também se aplicam.

• Para compartilhar um modelo do Studio Classic com o Canvas com sucesso, o Canvas aceita 
saídas de inferência de modelo no formato abaixo:

TEXT/CSV

• Regressão: a resposta de inferência do modelo deve ser uma string de bytes em que cada uma 
das previsões de saída é separada por \n:

b'-0.0007884334772825241\n-0.015136942267417908\n0.050063662230968475\n0.02891816757619381\n'

• Classificação: a resposta de inferência do modelo deve ser uma string de bytes em que cada um 
dos predicted_label, predicted_probability, probabilities e labels é separado 
por \n. O exemplo a seguir é para classificação binária:

b'no,0.9967488050460815,"[0.9967488050460815, 0.003251201706007123]","[\'no
\', \'yes\']"\nno,0.9999420642852783,"[0.9999420642852783, 
 5.793538366560824e-05]","[\'no\', \'yes
\']"\nno,0.9999846816062927,"[0.9999846816062927, 1.5326571883633733e-05]","[\'no
\', \'yes\']"\nno,0.9999727606773376,"[0.9999727606773376, 
 2.7267418772680685e-05]","[\'no\', \'yes\']"\n'

O exemplo a seguir é para classificação multiclasse:

b'Iris-setosa,1.0,"[1.0, 0.0, 0.0]","[\'Iris-setosa\', \'Iris-versicolor\', 
 \'Iris-virginica\']"\nIris-setosa,1.0,"[1.0, 0.0, 0.0]","[\'Iris-setosa\', \'Iris-
versicolor\', \'Iris-virginica\']"\nIris-setosa,1.0,"[1.0, 0.0, 0.0]","[\'Iris-
setosa\', \'Iris-versicolor\', \'Iris-virginica\']"\nIris-setosa,1.0,"[1.0, 0.0, 
 0.0]","[\'Iris-setosa\', \'Iris-versicolor\', \'Iris-virginica\']"\n'

APPLICATION/JSON

• Regressão: a resposta de inferência do modelo deve ser uma string JSON que contém a chave
prediction e seu valor deve ser a lista de previsões de saída:

let response = { 
    "predictions": [  
        // First instance prediction.  
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        1.75  
        // Second instance prediction. 
        3.25  
    ]
}

• Classificação: a resposta de inferência do modelo deve ser uma string JSON que contém a 
chave probabilities e seu valor deve ser a lista de probabilidades.

O exemplo a seguir é para classificação binária:

let response = { 
    "probabilities": [  
        // First instance prediction.  
        [0.9, 0.1] 
        // Second instance prediction. 
        [0.2, 0.8] 
    ]
}

O exemplo a seguir é para classificação multiclasse:

let response = { 
    "probabilities": [  
        // First instance prediction.  
        [0.7, 0.2, 0.1] 
        // Second instance prediction. 
        [0.2, 0.5, 0.3] 
    ]
}

Também há limitações que se aplicam dependendo do tipo de modelo que você deseja trazer:

Traga seu próprio modelo da SageMaker JumpStart

Revise as seguintes informações e limites ao compartilhar um SageMaker JumpStart modelo com o 
Canvas.

• A seguir estão os algoritmos compatíveis para os quais você pode importar modelos para o 
Canvas. Para obter mais detalhes, consulte a documentação do SageMaker JumpStart .
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• Classificação tabular: LightGBM, XGBoost, -Tabular CatBoost, Linear Learner AutoGluon 
TabTransformer

• Regressão tabular: LightGBM, XGBoost, -Tabular CatBoost, Linear Learner AutoGluon 
TabTransformer

• Dentro SageMaker JumpStart, o botão Compartilhar só é ativado se o modelo estiver pronto 
para ser compartilhado no Canvas. Se seu modelo treinado não tiver um botão Compartilhar no 
SageMaker Canvas, seu modelo não é compatível com BYOM.

• Você deve fornecer conjuntos de dados de treinamento e validação ao treinar o SageMaker 
JumpStart modelo. Os conjuntos de dados devem ser armazenados no Amazon S3, e a função de 
execução dos usuários do Studio Classic e do Canvas deve ter acesso à localização do Amazon 
S3. Você pode usar os mesmos URIs do Amazon S3 para compartilhar os conjuntos de dados de 
treinamento e validação com o Canvas, ou você pode compartilhar conjuntos de dados diferentes 
com o mesmo esquema de dados.

Seu arquivo de dados de treinamento ou validação deve ser como o seguinte (em formato CSV). 
Você deve indexar seus arquivos com a primeira coluna como destino.

3 1 22 1 1 0 4 4
0 0 38 0 0 1 3 4
1 0 67 0 1 0 1 6
1 0 67 0 0 2 2 6
0 0 40 0 0 2 6 6
2 0 56 1 0 1 2 6

• Por padrão, SageMaker JumpStart usa a primeira coluna dos conjuntos de dados de treinamento 
e validação como destino ao treinar um modelo. A coluna de destino (ou, por padrão, a primeira 
coluna) dos conjuntos de dados é compartilhada com o Canvas.

• Você deve fornecer os cabeçalhos das colunas dos conjuntos de dados de treinamento e 
validação ao treinar o SageMaker JumpStart modelo. Por padrão, SageMaker JumpStart só aceita 
conjuntos de dados sem cabeçalhos de coluna, então você deve adicionar os cabeçalhos das 
colunas como um arquivo enquanto treina seu modelo. O URI do Amazon S3 para o arquivo de 
cabeçalhos da coluna também é compartilhado com o Canvas. Seu arquivo de cabeçalhos da 
coluna deve ser como o exemplo a seguir (no formato CSV). A primeira coluna deve ser o destino.

Segmentation EverMarried Age Graduated WorkExperience SpendingScore FamilySize Var1

• O trabalho de treinamento em SageMaker JumpStart deve ser Complete antes que você possa 
compartilhar com o Canvas.

Limitações e solução de problemas 1124



Amazon SageMaker Guia do Desenvolvedor

• Para problemas de classificação (ou previsão categórica no Canvas), os nomes das classes 
originais precisam ser fornecidos na seção Configurar o modelo de saída ao compartilhar com 
o Canvas. A ordem dos nomes da classe deve corresponder ao índice usado no modelo. Seu 
arquivo de relação de mapeamento deve ter a aparência do exemplo a seguir no formato CSV, em 
que o índice 0 (o primeiro índice) é mapeado para o nome da classe A:

A B C D

Quando o usuário do Canvas visualiza as métricas do modelo no aplicativo Canvas, ele só pode 
ver o índice de cada classe (0, 1, 2). No entanto, o usuário pode ver os nomes das classes ao 
visualizar os resultados de uma única previsão.

Traga seu próprio modelo do Autopilot

Revise as seguintes informações e limites ao compartilhar um modelo do Autopilot para o Canvas.

• Você só pode compartilhar no Canvas modelos que você treinou com êxito em uma tarefa do 
AutoML com o modo Ensembling, HPO ou Auto (no modo Automático, o Autopilot escolhe o modo
Agrupamento ou HPO com base no tamanho do conjunto de dados de treinamento). Os tipos de 
problemas do piloto automático atualmente suportados são regressão, classificação multiclasse e 
classificação binária.

• Para cada trabalho de piloto automático, você pode escolher qualquer modelo (o melhor modelo
ou qualquer outro candidato) para compartilhar no Canvas, um por vez. Você só precisa escolher 
o botão Compartilhar modelo e, em seguida, especificar os usuários do Canvas com os quais você 
gostaria de compartilhar o modelo e uma nota.

• AutoGluon-Modelos tabulares que usam transformadores Data Wrangler para inferência não 
podem ser compartilhados com o Canvas. Isso ocorre porque os transformadores Data Wrangler 
fazem com que o modelo use mais de um contêiner.

• Os modelos HPO que não são compatíveis com SageMaker o Neo não podem ser compartilhados 
com o Canvas com sucesso. Os modelos compatíveis são modelos Autopilot que usam algoritmos 
XGBoost ou MLP. Modelos incompatíveis incluem modelos Autopilot que usam o algoritmo linear 
do aluno.
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Traga seu próprio modelo do Registro do modelo

Revise as seguintes informações e limites ao compartilhar um modelo do Registro do modelo para o 
Canvas.

• Ao contrário do botão Compartilhar fornecido por SageMaker JumpStart, o Model Registry não 
fornece validação de modelo, então é possível que um modelo registrado compartilhado com 
sucesso do Studio Classic falhe durante a importação para o Canvas devido à incompatibilidade 
do modelo. Revise as dicas a seguir antes de compartilhar com o Canvas a partir do Registro do 
modelo:

• Use um único contêiner de inferência para seu modelo. Você pode registrar modelos 
com vários contêineres dentro do AdditionalInferenceSpecificationscampo, mas o 
Canvas é otimizado apenas para um contêiner de inferência por modelo. Por exemplo, 
quando você usa um pipeline de inferência e registra vários contêineres no campo
AdditionalInferenceSpecifications com vários contêineres de pré-processamento 
de dados e um contêiner de inferência, por padrão, o primeiro contêiner é selecionado para 
inferência de modelo no Canvas. Avalie se isso funciona para seu caso de uso se você estiver 
usando pipelines de machine learning.

• Use um algoritmo tabular SageMaker integrado com formatos de inferência compatíveis. Os 
algoritmos de amostra testados com saídas de inferência compatíveis são Autogluon-Tabular, 
CatBoost LightGBM e XGBoost. TabTransformer Algoritmos como máquinas de fatoração não 
aceitam CSV como entrada de arquivo e os formatos de saída de inferência para algoritmos 
como Linear Learner e K-NN não são compatíveis com o Canvas.

• Você também pode trazer seu próprio contêiner de imagem e compartilhar no Canvas ou 
modificar SageMaker contêineres pré-construídos.

• Se você estiver trazendo seu próprio contêiner, deverá modificá-lo para funcionar com ele 
SageMaker. Para obter mais informações sobre como levar seu próprio contêiner, consulte
Como adaptar seu próprio contêiner de inferência.

• Para obter a formatação detalhada dos formatos de saída de inferência, consulte. Limitações 
para traga seu próprio modelo (BYOM)

• Ao registrar seu modelo em um grupo de pacotes de modelos, lembre-se de fornecer os seguintes 
atributos com seu contêiner de inferência:

• Ambiente:
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"{\"SAGEMAKER_CONTAINER_LOG_LEVEL\": \"20\", \"SAGEMAKER_PROGRAM\": \"inference.py
\", \"SAGEMAKER_REGION\": \"us-west-2\", \"SAGEMAKER_SUBMIT_DIRECTORY\": \"/opt/ml/
model/code\"}"

• Imagem:

"s3://sagemaker-us-west-2-<account-id>/model-regression-
abalone-2022-10-14-23-02-45/model.tar.gz"

• ModelDataUrl

"<account-id>.dkr.ecr.us-west-2.amazonaws.com/sagemaker-xgboost:1.3-1"

• Você deve fornecer conjuntos de dados de treinamento e validação ao compartilhar o modelo do 
Registro do modelo para o Canvas. Os conjuntos de dados devem ser armazenados no Amazon 
S3, e a função de execução dos usuários do Studio Classic e do Canvas deve ter acesso à 
localização do Amazon S3. Você pode usar os mesmos URIs do Amazon S3 para compartilhar 
os conjuntos de dados de treinamento e validação com o Canvas, ou você pode compartilhar 
conjuntos de dados diferentes com o mesmo esquema de dados. Os conjuntos de dados devem 
ter a formatação de entrada exata que alimenta o contêiner de inferência do seu modelo.

• Você deve fornecer a coluna de destino ao Canvas, ou a primeira coluna do seu conjunto de 
dados de treinamento/validação será usada por padrão.

• Na seção Adicionar detalhes do modelo ao compartilhar no Canvas, você pode fornecer na 
primeira linha seus conjuntos de dados de treinamento e validação como cabeçalhos ou pode 
especificar os cabeçalhos como um arquivo diferente.

• Para problemas de classificação (ou previsão categórica no Canvas), os nomes das classes 
originais precisam ser fornecidos ao compartilhar com o SageMaker Canvas por meio da opção 
Configurar saídas do modelo. A ordem dos nomes da classe deve corresponder ao índice usado 
com o modelo compartilhado. O mapeamento pode ser um arquivo CSV no Amazon S3 ou você 
pode inserir manualmente os nomes das classes.

Gerencie o faturamento e o custo no Canvas SageMaker

Para rastrear os custos associados ao seu aplicativo SageMaker Canvas, você pode usar o AWS 
Billing and Cost Management serviço. O gerenciamento faturamento e custo fornece ferramentas 
para ajudar você a coletar informações relacionadas ao seu custo e uso, analisar o que eleva 
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seus custos e as tendências de uso, e adotar medidas para controlar seus gastos. Para ter mais 
informações, consulte O que é o AWS Billing and Cost Management?

O faturamento no SageMaker Canvas consiste nos seguintes componentes:

• Cobranças de instância do Workspace — Você é cobrado pelo número de horas em que 
está conectado ou usando SageMaker o Canvas. Recomendamos que você saia ou crie um 
cronograma para encerrar qualquer aplicativo Canvas que não esteja usando ativamente para 
reduzir custos. Para ter mais informações, consulte Sair do Amazon SageMaker Canvas.

• AWStaxas de serviço — Você é cobrado por criar e fazer previsões com modelos personalizados 
ou por fazer previsões com modelos R: eady-to-use

• Cobrança de treinamento – Você é cobrado pelos recursos usados para criar um modelo 
personalizado.

• Cobranças de previsão — Você é cobrado pelos recursos usados para gerar previsões, 
dependendo do tipo de modelo personalizado que você criou ou do tipo de eady-to-use modelo 
R usado.

Os eady-to-use modelos R no Canvas utilizam outros AWS serviços para gerar previsões. Ao usar 
um eady-to-use modelo R, você é cobrado pelo respectivo serviço, e suas condições de preço se 
aplicam:

• Para análise de sentimentos, extração de entidades, detecção de idioma e detecção de 
informações pessoais, você é cobrado pelos preços do Amazon Comprehend.

• Para detecção de objetos em imagens e detecção de texto em imagens, você é cobrado de acordo 
com os preços do Amazon Rekognition.

• Para análise de despesas, análise de documentos de identidade e análise de documentos, você é 
cobrado pelos preços do Amazon Textract.

Para obter mais informações, consulte Preços do SageMaker Canvas.

Para ajudá-lo a controlar seus custos no Billing and Cost Management, você pode atribuir tags 
personalizadas ao SageMaker seu aplicativo Canvas e aos usuários. Você pode monitorar os custos 
incorridos por seus aplicativos e, ao marcar perfis de usuário individuais, pode rastrear os custos 
com base no perfil do usuário. Para obter mais informações sobre tags, consulte Uso de tags de 
alocação de custos.

Você pode adicionar tags ao seu aplicativo SageMaker Canvas e aos usuários fazendo o seguinte:
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• Se você estiver configurando seu SageMaker domínio Amazon e SageMaker Canvas pela primeira 
vez, siga as instruções de introdução e adicione tags ao criar seu domínio ou usuários. Você pode 
adicionar tags por meio das configurações gerais na configuração do console do domínio ou por 
meio das APIs (CreateDomainou CreateUserProfile). SageMaker adiciona as tags especificadas 
em seu domínio ou UserProfile a quaisquer aplicativos ou usuários do SageMaker Canvas que 
você criar depois de criar o domínio.

• Se você quiser adicionar tags a aplicativos em um domínio existente, você deve adicionar tags 
ao domínio ou ao UserProfile. Você pode adicionar tags por meio do console ou da AddTagsAPI. 
Se você adicionar tags por meio do console, deverá excluir e reiniciar seu aplicativo SageMaker 
Canvas para que as tags se propaguem para o aplicativo. Se você usa a API, as tags são 
adicionadas diretamente ao aplicativo. Para obter mais informações sobre como excluir e reiniciar 
um aplicativo SageMaker Canvas, consulte Gerenciar aplicativos.

Depois de adicionar tags ao seu domínio, pode levar até 24 horas para que as tags apareçam no 
console para ativação AWS Billing and Cost Management. Depois de aparecerem no console, as 
tags demoram mais 24 horas para serem ativadas.

Na página do Explorador de custos, você pode agrupar e filtrar seus custos por tags e tipos de 
uso para separar as cobranças da instância do Workspace (horas de sessão) das cobranças de 
treinamento. Os nomes dos tipos de uso são os seguintes:

• A instância do Workspace (horas de sessão) cobra: REGION-Canvas:Session-Hrs (Hrs)

• Taxas de treinamento:

• REGION-Canvas:CreateModelRequest-Tier0 (CreateModelRequest)

• REGION-Canvas:MillionCells-Tier1 (MillionCells)

Capacidades SageMaker geoespaciais da Amazon

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora se 
chama Amazon SageMaker Studio Classic. Se antes de 30 de novembro de 2023 você criou 
um SageMaker domínio da Amazon, o Studio Classic continua sendo a experiência padrão. 
Os domínios criados após 30 de novembro de 2023 usam como padrão a nova experiência 
do Studio.
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Os recursos e recursos SageMaker geoespaciais da Amazon só estão disponíveis no Studio 
Classic. Para saber mais sobre como configurar um domínio e começar a usar o Studio, 
consulteComeçando a usar a Amazon SageMaker Geospatial .

Os recursos SageMaker geoespaciais da Amazon facilitam que cientistas de dados e engenheiros de 
aprendizado de máquina (ML) criem, treinem e implantem modelos de ML com mais rapidez usando 
dados geoespaciais. Você tem acesso a ferramentas de dados, processamento e visualização 
de código aberto e de terceiros para tornar mais eficiente a preparação de dados geoespaciais 
para ML. Você pode aumentar sua produtividade usando algoritmos específicos e modelos de ML 
pré-treinados para acelerar a criação e o treinamento de modelos, além de usar ferramentas de 
visualização integradas para explorar os resultados de previsão em um mapa interativo e depois 
colaborar entre as equipes na obtenção de insights e resultados.

Note

Atualmente, as capacidades SageMaker geoespaciais são suportadas somente na região 
Oeste dos EUA (Oregon).
Se você não vê a interface SageMaker geoespacial disponível em sua instância atual do 
Studio Classic, verifique se você está atualmente na região Oeste dos EUA (Oregon).

Por que usar recursos SageMaker geoespaciais?

Você pode usar recursos SageMaker geoespaciais para fazer previsões em dados geoespaciais 
mais rapidamente do que soluções. do-it-yourself SageMaker os recursos geoespaciais facilitam o 
acesso a dados geoespaciais de seus lagos de dados de clientes, conjuntos de dados de código 
aberto e outros SageMaker provedores de dados geoespaciais existentes. SageMaker os recursos 
geoespaciais minimizam a necessidade de criar infraestrutura personalizada e funções de pré-
processamento de dados, oferecendo algoritmos específicos para preparação eficiente de dados, 
treinamento de modelos e inferência. Você também pode criar e compartilhar visualizações e dados 
personalizados com sua empresa a partir do Amazon SageMaker Studio Classic. SageMaker as 
capacidades geoespaciais oferecem modelos pré-treinados para usos comuns em agricultura, 
imóveis, seguros e serviços financeiros.

Como posso usar os recursos SageMaker geoespaciais?

Você pode usar os recursos SageMaker geoespaciais de duas maneiras.

Como posso usar os recursos SageMaker geoespaciais? 1130



Amazon SageMaker Guia do Desenvolvedor

• Por meio da interface SageMaker geoespacial, como parte da interface do usuário do Amazon 
SageMaker Studio Classic.

• Por meio de uma instância de notebook Studio Classic que usa a imagem Geospatial 1.0.

SageMaker tem as seguintes capacidades geoespaciais

• Use uma imagem SageMaker geoespacial criada especificamente que ofereça suporte a 
instâncias de notebook baseadas em CPU e GPU e também inclua bibliotecas de código aberto 
comumente usadas em fluxos de trabalho de aprendizado de máquina geoespacial.

• Use o Amazon SageMaker Processing e o contêiner SageMaker geoespacial para executar cargas 
de trabalho em grande escala com seus próprios conjuntos de dados, incluindo solo, clima, LiDAR 
e imagens comerciais aéreas e de satélite.

• Execute um trabalho de Observação da Terra para processamento de dados raster.

• Execute um trabalho de enriquecimento de vetor para converter latitude e longitude em endereços 
legíveis por humanos e combinar traços de GPS ruidosos com estradas específicas.

• Use ferramentas de visualização integradas diretamente no Studio Classic para visualizar 
interativamente dados geoespaciais ou previsões de modelos em um mapa.

Você também pode usar dados de uma coleção de provedores de dados geoespaciais. Atualmente, 
as coleções de dados disponíveis incluem:

• USGS Landsat

• Sentinel-1

• Sentinel-2

• Copernicus DEM

• National Agriculture Imagery Program

Você é um usuário de SageMaker geoespacial pela primeira vez?

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora se chama 
Amazon SageMaker Studio Classic. Novos domínios criados após 30 de novembro de 2023 usam 
como padrão a experiência do Studio. O acesso à SageMaker área geoespacial é limitado ao Studio 
Classic, para saber mais, consulteAcessando SageMaker geoespaciais.
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Se você é um usuário iniciante da Amazon AWS ou da Amazon SageMaker, recomendamos que 
você faça o seguinte:

1. Crie um Conta da AWS..

Para saber mais sobre como configurar uma AWS conta e começar a usá-la SageMaker, 
consulteConfigurar os SageMaker pré-requisitos da Amazon.

2. Crie uma função de usuário e uma função de execução que funcionem com SageMaker 
geoespacial.

Como um serviço gerenciado, os recursos SageMaker geoespaciais da Amazon realizam 
operações em seu nome no AWS hardware que SageMaker gerencia. Uma função de SageMaker 
execução pode realizar somente as operações que os usuários concedem. Para trabalhar com 
recursos SageMaker geoespaciais, você deve configurar uma função de usuário e uma função de 
execução. Para ter mais informações, consulte SageMaker funções de capacidades geoespaciais.

3. Atualize sua política de confiança para incluir informações SageMaker geoespaciais.

SageMaker geospatial define um principal de serviço adicional. Para saber como criar ou atualizar 
a política de confiança da sua função de SageMaker execução, consulteAdicionando o principal 
do serviço SageMaker geoespacial a uma função de SageMaker execução existente.

4. Configure um SageMaker domínio da Amazon para acessar o Amazon SageMaker Studio Classic.

Para usar SageMaker geoespacial, é necessário um domínio. Para domínios criados antes de 
30 de novembro de 2023, a experiência padrão é o Studio Classic. Os domínios criados após 30 
de novembro de 2023 usam como padrão a experiência do Studio. Para saber mais sobre como 
acessar o Studio Classic a partir do Studio, consulteAcessando SageMaker geoespaciais.

5. Lembre-se de fechar os recursos.

Quando você terminar de usar os recursos SageMaker geoespaciais, desligue a instância em que 
ela é executada para evitar cobranças adicionais. Para ter mais informações, consulte Desligar 
recursos.

Tópicos

• Começando a usar a Amazon SageMaker Geospatial

• Usando trabalhos de processamento para workloads geoespaciais personalizadas

• Trabalhos de observação da terra

• Trabalhos de enriquecimento de vetor
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• Visualização usando recursos SageMaker geoespaciais

• SDK de mapas SageMaker geoespaciais da Amazon

• SageMaker Perguntas frequentes sobre capacidades geoespaciais

• SageMaker Segurança e permissões geoespaciais

• Tipos de instâncias de computação

• Coleções de dados

Começando a usar a Amazon SageMaker Geospatial

SageMaker O geospatial fornece um tipo de imagem e instância criado especificamente para 
notebooks Amazon SageMaker Studio Classic. Você pode usar notebooks habilitados para CPU 
ou GPU com a imagem SageMaker geoespacial. Você também pode visualizar seus dados 
geoespaciais usando um visualizador criado especificamente. Além disso, o SageMaker setor 
geoespacial também fornece APIs que permitem consultar coleções de dados raster. Você também 
pode usar modelos pré-treinados para analisar dados geoespaciais, reverter a geocodificação e a 
correspondência de mapas.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora se 
chama Amazon SageMaker Studio Classic. Se antes de 30 de novembro de 2023 você criou 
um SageMaker domínio da Amazon, o Studio Classic continua sendo a experiência padrão. 
Os domínios criados após 30 de novembro de 2023 usam como padrão a nova experiência 
do Studio.

Para acessar e começar a usar o Amazon SageMaker Geospatial, faça o seguinte:

Tópicos

• Acessando SageMaker geoespaciais

• Crie um notebook Amazon SageMaker Studio Classic usando a imagem geoespacial

• Acesse a coleta de dados raster do Sentinel-2 e crie um trabalho de observação da terra para 
realizar a segmentação da terra
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Acessando SageMaker geoespaciais

Note

Atualmente, os recursos SageMaker geoespaciais são suportados somente na região Oeste 
dos EUA (Oregon) e no Studio Classic.
Se você não vê a interface SageMaker geoespacial disponível em sua instância atual do 
Studio Classic, verifique se você está atualmente na região Oeste dos EUA (Oregon).

É necessário um domínio para acessar a área SageMaker geoespacial. Se você criou um domínio 
antes de 30 de novembro de 2023, a experiência padrão é o Studio Classic.

Se você criou um domínio depois de 30 de novembro de 2023 ou se migrou para o Studio, você pode 
usar o procedimento a seguir para ativar o Studio Classic de dentro do Studio para usar recursos 
SageMaker geoespaciais.

Para saber mais sobre a criação de um domínio, consulte Onboard to Amazon SageMaker Domain.

Para acessar o Studio Classic a partir do Studio

1. Inicie o Amazon SageMaker Studio.

2. Em Aplicativos, escolha Studio Classic.

3. Em seguida, escolha Create Studio Classic space.

4. Na página do espaço Create Studio Classic, insira um Nome.

5. Desative a opção Compartilhar com meu domínio. SageMaker geospatial não está disponível em 
domínios compartilhados.

6. Em seguida, escolha Criar espaço.

Quando bem-sucedido, o status muda para Atualização. Quando seu aplicativo Studio Classic estiver 
pronto para ser usado, o status mudará para Parado.

Para iniciar seu aplicativo Studio Classic, escolha Executar.
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Crie um notebook Amazon SageMaker Studio Classic usando a imagem geoespacial

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Note

Atualmente, a SageMaker geoespacial só é suportada na região Oeste dos EUA (Oregon).
Se você não vê a SageMaker localização geoespacial disponível em seu domínio atual ou 
instância de notebook, verifique se você está atualmente na região Oeste dos EUA (Oregon).

Use o procedimento a seguir para criar o notebook Studio Classic com a imagem SageMaker 
geoespacial. Se sua experiência de estúdio padrão for o Studio, consulte Acessando SageMaker 
geoespaciais para saber como iniciar um aplicativo Studio Classic.

Para criar um notebook Studio Classic com a imagem SageMaker geoespacial

1. Inicie o Studio Classic

2. Escolha Início na barra de menu.

3. Em Ações rápidas, escolha Abrir inicializador.

4. Quando a caixa de diálogo Inicializador é exibida. Escolha Alterar ambiente em Cadernos e 
recursos de computação.

5. Quando a caixa de diálogo Alterar ambiente é aberta. Escolha a lista suspensa Imagem e 
escolha ou digite Geoespacial 1.0.
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6. Em seguida, escolha um tipo de instância da lista suspensa.

SageMaker O geospatial suporta dois tipos de instâncias de notebook: CPU e GPU. A instância 
de CPU compatível é chamada ml.geospatial.interactive. Qualquer instância de GPU da família 
G5 pode ser usada com a imagem Geoespacial 1.0.

Note

Se você receber um ResourceLimitExceedederro ao tentar iniciar uma instância baseada 
em GPU, precisará solicitar um aumento de cota. Para iniciar uma solicitação de 
aumento da cota Service Quotas, consulte Solicitar um aumento de cota no Guia do 
usuário do Service Quotas

7. Escolha Selecionar.

8. Escolha Criar caderno.

Depois de criar um notebook, para aprender mais sobre SageMaker geoespacial, experimente o 
tutorial SageMaker geoespacial. Ele mostra como processar dados de imagem do Sentinel-2 e 
realizar a segmentação da terra usando a API de trabalhos de observação da terra.
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Acesse a coleta de dados raster do Sentinel-2 e crie um trabalho de observação da 
terra para realizar a segmentação da terra

Este tutorial baseado em Python usa o SDK para Python (Boto3) e um notebook Amazon Studio 
Classic. SageMaker Para concluir esta demonstração com sucesso, verifique se você tem as 
permissões AWS Identity and Access Management (IAM) necessárias para usar SageMaker 
geospatial e o Studio Classic. SageMaker geospatial exige que você tenha um usuário, grupo ou 
função que possa acessar o Studio Classic. Você também deve ter uma função de SageMaker 
execução que especifique o principal do serviço SageMaker geoespacial, sagemaker-
geospatial.amazonaws.com em sua política de confiança.

Para saber mais sobre esses requisitos, consulte as funções SageMaker geoespaciais do IAM.

Este tutorial mostra como usar a API SageMaker geoespacial para concluir as seguintes tarefas:

• Encontre as coleções de dados raster disponíveis com list_raster_data_collections.

• Pesquise uma coleção de dados raster especificada usando
search_raster_data_collection.

• Crie um trabalho de observação da terra (EOJ) usando o start_earth_observation_job.

Usando list_raster_data_collections para encontrar coleções de dados disponíveis

SageMaker geospatial suporta várias coleções de dados raster. Para saber mais sobre as coleções 
de dados disponíveis, consulte Coleções de dados.

Esta demonstração usa dados de satélite coletados de satélites GeoTIFF Sentinel-2 otimizados para 
nuvem. Esses satélites fornecem cobertura global da superfície terrestre da terra a cada cinco dias. 
Além de coletar imagens da superfície da terra, os satélites Sentinel-2 também coletam dados em 
uma variedade de bandas espectrais.

Para pesquisar uma área de interesse (AOI), você precisa do ARN associado aos dados do satélite 
Sentinel-2. Para encontrar as coleções de dados disponíveis e seus ARNs associados em sua 
Região da AWS, use a operação de list_raster_data_collections API.

Como a resposta pode ser paginada, você deve usar a operação get_paginator para retornar 
todos os dados relevantes:

import boto3
import sagemaker
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import sagemaker_geospatial_map
import json  

## SageMaker Geospatial  is currently only avaialable in US-WEST-2   
session = boto3.Session(region_name='us-west-2')
execution_role = sagemaker.get_execution_role()

## Creates a SageMaker Geospatial client instance  
geospatial_client = session.client(service_name="sagemaker-geospatial")

# Creates a resusable Paginator for the list_raster_data_collections API operation  
paginator = geospatial_client.get_paginator("list_raster_data_collections")

# Create a PageIterator from the paginator class
page_iterator = paginator.paginate()

# Use the iterator to iterate throught the results of list_raster_data_collections
results = []
for page in page_iterator: 
    results.append(page['RasterDataCollectionSummaries'])

print(results)

Este é um exemplo de resposta JSON da operação de API list_raster_data_collections. 
É truncado para incluir somente a coleta de dados (Sentinel-2) usada neste exemplo 
de código. Para obter mais detalhes sobre uma coleta de dados raster específica, use
get_raster_data_collection:

{ 
    "Arn": "arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8", 
    "Description": "Sentinel-2a and Sentinel-2b imagery, processed to Level 2A (Surface 
 Reflectance) and converted to Cloud-Optimized GeoTIFFs", 
    "DescriptionPageUrl": "https://registry.opendata.aws/sentinel-2-l2a-cogs", 
    "Name": "Sentinel 2 L2A COGs", 
    "SupportedFilters": [ 
        { 
            "Maximum": 100, 
            "Minimum": 0, 
            "Name": "EoCloudCover", 
            "Type": "number" 
        }, 
        { 
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            "Maximum": 90, 
            "Minimum": 0, 
            "Name": "ViewOffNadir", 
            "Type": "number" 
        }, 
        { 
            "Name": "Platform", 
            "Type": "string" 
        } 
    ], 
    "Tags": {}, 
    "Type": "PUBLIC"
}

Depois de executar a amostra de código anterior, você obtém o ARN da coleção de dados raster do 
Sentinel-2, arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-
collection/public/nmqj48dcu3g7ayw8. Na próxima seção, você pode consultar a coleta de 
dados do Sentinel-2 usando a API search_raster_data_collection.

Pesquisando a coleta de dados Sentinel-2 raster usando search_raster_data_collection

Na seção anterior, você costumava obter o ARN list_raster_data_collections para 
Sentinel-2 a coleta de dados. Agora você pode usar esse ARN para pesquisar a coleta de dados 
em uma determinada área de interesse (AOI), intervalo de tempo, propriedades e as bandas UV 
disponíveis.

Para chamar a API search_raster_data_collection, você deve passar um Python dicionário 
para o parâmetro RasterDataCollectionQuery. Este exemplo usa AreaOfInterest,
TimeRangeFilter, PropertyFilters e BandFilter. Para facilitar, você pode especificar 
o dicionário Python usando a variável search_rdc_query para armazenar os parâmetros de 
consulta de pesquisa:

search_rdc_query = { 
    "AreaOfInterest": { 
        "AreaOfInterestGeometry": { 
            "PolygonGeometry": { 
                "Coordinates": [ 
                    [ 
                        # coordinates are input as longitute followed by latitude  
                         [-114.529, 36.142], 
                         [-114.373, 36.142], 
                         [-114.373, 36.411], 
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                        [-114.529, 36.411], 
                         [-114.529, 36.142], 
                    ] 
                ] 
            } 
        } 
    }, 
    "TimeRangeFilter": { 
        "StartTime": "2022-01-01T00:00:00Z", 
        "EndTime": "2022-07-10T23:59:59Z"
    }, 
    "PropertyFilters": { 
        "Properties": [ 
            { 
                "Property": { 
                    "EoCloudCover": { 
                        "LowerBound": 0, 
                        "UpperBound": 1 
                    } 
                } 
            } 
        ], 
        "LogicalOperator": "AND" 
    }, 
    "BandFilter": [ 
         "visual"
    ]
}

Neste exemplo, você consulta um AreaOfInterest que inclui Lake Mead, em Utah. Além disso, o 
Sentinel-2 suporta vários tipos de bandas de imagem. Para medir a mudança na superfície da água, 
você só precisa da faixa visual.

Depois de criar os parâmetros de consulta, você pode usar a API
search_raster_data_collection para fazer a solicitação.

O exemplo de código a seguir implementa uma solicitação de API
search_raster_data_collection. Essa API não oferece suporte à paginação usando a API
get_paginator. Para garantir que a resposta completa da API tenha sido coletada, a amostra de 
código usa um loop while para verificar se NextToken existe. Em seguida, a amostra de código 
usa .extend() para anexar os URLs da imagem de satélite e outros metadados de resposta ao
items_list.
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Para saber mais sobre osearch_raster_data_collection, consulte
SearchRasterDataCollectiona Amazon SageMaker API Reference.

search_rdc_response = sm_geo_client.search_raster_data_collection( 
    Arn='arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8', 
    RasterDataCollectionQuery=search_rdc_query
)

## items_list is the response from the API request.  
items_list = []

## Use the python .get() method to check that the 'NextToken' exists, if null returns 
 None breaking the while loop  
while search_rdc_response.get('NextToken'): 
    items_list.extend(search_rdc_response['Items']) 
    search_rdc_response = sm_geo_client.search_raster_data_collection( 
        Arn='arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-
collection/public/nmqj48dcu3g7ayw8', 
        RasterDataCollectionQuery=search_rdc_query, 
 NextToken=search_rdc_response['NextToken'] 
    )

## Print the number of observation return based on the query
print (len(items_list))

O exemplo a seguir é a resposta JSON parcial da sua consulta. Foi truncado para maior clareza. 
Somente o "BandFilter": ["visual"] especificado na solicitação é retornado no par de 
valores-chave Assets:

{ 
    'Assets': { 
        'visual': { 
            'Href': 'https://sentinel-cogs.s3.us-west-2.amazonaws.com/sentinel-s2-l2a-
cogs/15/T/UH/2022/6/S2A_15TUH_20220623_0_L2A/TCI.tif' 
        } 
    }, 
    'DateTime': datetime.datetime(2022, 6, 23, 17, 22, 5, 926000, tzinfo = tzlocal()), 
    'Geometry': { 
        'Coordinates': [ 
            [ 
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                [-114.529, 36.142], 
                 [-114.373, 36.142], 
                 [-114.373, 36.411], 
                 [-114.529, 36.411], 
                 [-114.529, 36.142], 
            ] 
        ], 
        'Type': 'Polygon' 
    }, 
    'Id': 'S2A_15TUH_20220623_0_L2A', 
    'Properties': { 
        'EoCloudCover': 0.046519, 
        'Platform': 'sentinel-2a' 
    }
}

Agora que você tem os resultados da consulta, na próxima seção, você pode visualizar os resultados 
usando o matplotlib. Isso serve para verificar se os resultados são da região geográfica correta.

Visualizando seu search_raster_data_collection usando matplotlib

Antes de começar o trabalho de observação da terra (EOJ), você pode visualizar um resultado 
de nossa consulta commatplotlib. A amostra de código a seguir pega o primeiro item,
items_list[0]["Assets"]["visual"]["Href"], da variável items_list criada na amostra 
de código anterior e imprime uma imagem usando matplotlib.

# Visualize an example image.
import os
from urllib import request
import tifffile
import matplotlib.pyplot as plt

image_dir = "./images/lake_mead"
os.makedirs(image_dir, exist_ok=True)

image_dir = "./images/lake_mead"
os.makedirs(image_dir, exist_ok=True)

image_url = items_list[0]["Assets"]["visual"]["Href"]
img_id = image_url.split("/")[-2]
path_to_image = image_dir + "/" + img_id + "_TCI.tif"
response = request.urlretrieve(image_url, path_to_image)
print("Downloaded image: " + img_id)
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tci = tifffile.imread(path_to_image)
plt.figure(figsize=(6, 6))
plt.imshow(tci)
plt.show()

Depois de verificar se os resultados estão na região geográfica correta, você pode iniciar o trabalho 
de observação da terra (EOJ) na próxima etapa. Você usa o EOJ para identificar os corpos d'água a 
partir das imagens de satélite usando um processo chamado segmentação terrestre.

Iniciando um trabalho de observação da terra (EOJ) que realiza a segmentação da terra em uma 
série de imagens de satélite

SageMaker geospatial fornece vários modelos pré-treinados que você pode usar para processar 
dados geoespaciais de coleções de dados raster. Para saber mais sobre os modelos pré-treinados 
disponíveis e as operações personalizadas, consulte Tipos de operações.

Para calcular a mudança na área da superfície da água, você precisa identificar quais pixels nas 
imagens correspondem à água. A segmentação da cobertura da terra é um modelo de segmentação 
de semântica suportado pela API start_earth_observation_job. Os modelos de segmentação 
de semântica associam um rótulo a cada pixel em cada imagem. Nos resultados, cada pixel recebe 
um rótulo baseado no mapa de classes do modelo. A seguir está o mapa de classes para o modelo 
de segmentação de terras:

{ 
    0: "No_data", 
    1: "Saturated_or_defective", 
    2: "Dark_area_pixels", 
    3: "Cloud_shadows", 
    4: "Vegetation", 
    5: "Not_vegetated", 
    6: "Water", 
    7: "Unclassified", 
    8: "Cloud_medium_probability", 
    9: "Cloud_high_probability", 
    10: "Thin_cirrus", 
    11: "Snow_ice"
}

Para iniciar um trabalho de observação da terra, use a API start_earth_observation_job. Ao 
enviar sua solicitação, você deve especificar o seguinte:
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• InputConfig (dict) – Usado para especificar as coordenadas da área que você deseja pesquisar 
e outros metadados associados à sua pesquisa.

• JobConfig (dict) – Usado para especificar o tipo de operação EOJ que você executou nos dados. 
Este exemplo usa LandCoverSegmentationConfig.

• ExecutionRoleArn(string) — O ARN da função de SageMaker execução com as permissões 
necessárias para executar o trabalho.

• Name (string) – Um nome para o trabalho de observação da terra.

O InputConfig é um dicionário Python. Use a variável eoj_input_config a seguir para 
manter os parâmetros de consulta de pesquisa. Use essa variável ao fazer a solicitação de API
start_earth_observation_job. w.

# Perform land cover segmentation on images returned from the Sentinel-2 dataset.
eoj_input_config = { 
    "RasterDataCollectionQuery": { 
        "RasterDataCollectionArn": "arn:aws:sagemaker-geospatial:us-
west-2:378778860802:raster-data-collection/public/nmqj48dcu3g7ayw8", 
        "AreaOfInterest": { 
            "AreaOfInterestGeometry": { 
                "PolygonGeometry": { 
                    "Coordinates":[ 
                        [ 
                             [-114.529, 36.142], 
                             [-114.373, 36.142], 
                             [-114.373, 36.411], 
                             [-114.529, 36.411], 
                             [-114.529, 36.142], 
                        ] 
                    ] 
                } 
            } 
        }, 
        "TimeRangeFilter": { 
            "StartTime": "2021-01-01T00:00:00Z", 
            "EndTime": "2022-07-10T23:59:59Z", 
        }, 
        "PropertyFilters": { 
            "Properties": [{"Property": {"EoCloudCover": {"LowerBound": 0, 
 "UpperBound": 1}}}], 
            "LogicalOperator": "AND", 
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        }, 
    }
}

O JobConfig é um dicionário Python usado para especificar a operação EOJ que você deseja 
realizar em seus dados:

eoj_config = {"LandCoverSegmentationConfig": {}}

Com os elementos do dicionário agora especificados, você pode enviar sua solicitação de API
start_earth_observation_job usando o seguinte exemplo de código:

# Gets the execution role arn associated with current notebook instance  
execution_role_arn = sagemaker.get_execution_role()

# Starts an earth observation job
response = sm_geo_client.start_earth_observation_job( 
    Name="lake-mead-landcover", 
    InputConfig=eoj_input_config, 
    JobConfig=eoj_config, 
    ExecutionRoleArn=execution_role_arn,
) 
             
print(response)

O início de um trabalho de observação da terra retorna um ARN junto com outros metadados.

Para obter uma lista de todos os trabalhos de observação da terra em andamento e atuais, use a API
list_earth_observation_jobs. Para monitorar o status de um único trabalho de observação 
da Terra, use a API get_earth_observation_job. Para fazer essa solicitação, use o ARN criado 
após enviar sua solicitação de EOJ. Para saber mais, consulte GetEarthObservationJoba Amazon 
SageMaker API Reference.

Para encontrar os ARNs associados aos seus EOJs, use a operação de API
list_earth_observation_jobs. Para saber mais, consulte ListEarthObservationJobsa Amazon 
SageMaker API Reference.

# List all jobs in the account
sg_client.list_earth_observation_jobs()["EarthObservationJobSummaries"]

O seguinte é um exemplo de resposta JSON:
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{ 
    'Arn': 'arn:aws:sagemaker-geospatial:us-west-2:111122223333:earth-observation-job/
futg3vuq935t', 
    'CreationTime': datetime.datetime(2023, 10, 19, 4, 33, 54, 21481, tzinfo = 
 tzlocal()), 
    'DurationInSeconds': 3493, 
    'Name': 'lake-mead-landcover', 
    'OperationType': 'LAND_COVER_SEGMENTATION', 
    'Status': 'COMPLETED', 
    'Tags': {}
}, { 
    'Arn': 'arn:aws:sagemaker-geospatial:us-west-2:111122223333:earth-observation-job/
wu8j9x42zw3d', 
    'CreationTime': datetime.datetime(2023, 10, 20, 0, 3, 27, 270920, tzinfo = 
 tzlocal()), 
    'DurationInSeconds': 1, 
    'Name': 'mt-shasta-landcover', 
    'OperationType': 'LAND_COVER_SEGMENTATION', 
    'Status': 'INITIALIZING', 
    'Tags': {}
}

Depois que o status de seu trabalho no EOJ mudar para COMPLETED, vá para a próxima seção para 
calcular a mudança na área da superfície do lago Mead's .

Cálculo da mudança na área da superfície do Lago Mead

Para calcular a mudança na área de superfície do Lago Mead, primeiro exporte os resultados do EOJ 
para o Amazon S3 usando export_earth_observation_job:

sagemaker_session = sagemaker.Session()
s3_bucket_name = sagemaker_session.default_bucket()  # Replace with your own bucket if 
 needed
s3_bucket = session.resource("s3").Bucket(s3_bucket_name)
prefix = "export-lake-mead-eoj"  # Replace with the S3 prefix desired
export_bucket_and_key = f"s3://{s3_bucket_name}/{prefix}/"

eoj_output_config = {"S3Data": {"S3Uri": export_bucket_and_key}}
export_response = sm_geo_client.export_earth_observation_job( 
    Arn="arn:aws:sagemaker-geospatial:us-west-2:111122223333:earth-observation-
job/7xgwzijebynp", 
    ExecutionRoleArn=execution_role_arn, 
    OutputConfig=eoj_output_config, 
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    ExportSourceImages=False,
)

Para ver o status da exportação, use get_earth_observation_job:

export_job_details = 
 sm_geo_client.get_earth_observation_job(Arn=export_response["Arn"])

Para calcular as mudanças no nível da água do Lago Mead, baixe as máscaras de cobertura da 
terra para a instância local do SageMaker notebook e baixe as imagens de origem da nossa consulta 
anterior. No mapa de classes do modelo de segmentação de terras, o índice de classes da água é 6.

Para extrair a máscara de água de uma imagem Sentinel-2, siga estas etapas. Primeiro, conte o 
número de pixels marcados como água (índice de classe 6) na imagem. Segundo, multiplique a 
contagem pela área que cada pixel cobre. As bandas podem diferir em sua resolução espacial. Para 
o modelo de segmentação da cobertura do solo, todas as faixas são obtidas como amostra para uma 
resolução espacial igual a 60 metros.

import os
from glob import glob
import cv2
import numpy as np
import tifffile
import matplotlib.pyplot as plt
from urllib.parse import urlparse
from botocore import UNSIGNED
from botocore.config import Config

# Download land cover masks
mask_dir = "./masks/lake_mead"
os.makedirs(mask_dir, exist_ok=True)
image_paths = []
for s3_object in s3_bucket.objects.filter(Prefix=prefix).all(): 
    path, filename = os.path.split(s3_object.key) 
    if "output" in path: 
        mask_name = mask_dir + "/" + filename 
        s3_bucket.download_file(s3_object.key, mask_name) 
        print("Downloaded mask: " + mask_name)

# Download source images for visualization
for tci_url in tci_urls: 
    url_parts = urlparse(tci_url) 
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    img_id = url_parts.path.split("/")[-2] 
    tci_download_path = image_dir + "/" + img_id + "_TCI.tif" 
    cogs_bucket = session.resource( 
        "s3", config=Config(signature_version=UNSIGNED, region_name="us-west-2") 
    ).Bucket(url_parts.hostname.split(".")[0]) 
    cogs_bucket.download_file(url_parts.path[1:], tci_download_path) 
    print("Downloaded image: " + img_id)

print("Downloads complete.")

image_files = glob("images/lake_mead/*.tif")
mask_files = glob("masks/lake_mead/*.tif")
image_files.sort(key=lambda x: x.split("SQA_")[1])
mask_files.sort(key=lambda x: x.split("SQA_")[1])
overlay_dir = "./masks/lake_mead_overlay"
os.makedirs(overlay_dir, exist_ok=True)
lake_areas = []
mask_dates = []

for image_file, mask_file in zip(image_files, mask_files): 
    image_id = image_file.split("/")[-1].split("_TCI")[0] 
    mask_id = mask_file.split("/")[-1].split(".tif")[0] 
    mask_date = mask_id.split("_")[2] 
    mask_dates.append(mask_date) 
    assert image_id == mask_id 
    image = tifffile.imread(image_file) 
    image_ds = cv2.resize(image, (1830, 1830), interpolation=cv2.INTER_LINEAR) 
    mask = tifffile.imread(mask_file) 
    water_mask = np.isin(mask, [6]).astype(np.uint8)  # water has a class index 6 
    lake_mask = water_mask[1000:, :1100] 
    lake_area = lake_mask.sum() * 60 * 60 / (1000 * 1000)  # calculate the surface area 
    lake_areas.append(lake_area) 
    contour, _ = cv2.findContours(water_mask, cv2.RETR_TREE, cv2.CHAIN_APPROX_SIMPLE) 
    combined = cv2.drawContours(image_ds, contour, -1, (255, 0, 0), 4) 
    lake_crop = combined[1000:, :1100] 
    cv2.putText(lake_crop, f"{mask_date}", (10,50), cv2.FONT_HERSHEY_SIMPLEX, 1.5, (0, 
 0, 0), 3, cv2.LINE_AA) 
    cv2.putText(lake_crop, f"{lake_area} [sq km]", (10,100), cv2.FONT_HERSHEY_SIMPLEX, 
 1.5, (0, 0, 0), 3, cv2.LINE_AA) 
    overlay_file = overlay_dir + '/' + mask_date + '.png' 
    cv2.imwrite(overlay_file, cv2.cvtColor(lake_crop, cv2.COLOR_RGB2BGR))

# Plot water surface area vs. time.
plt.figure(figsize=(20,10))
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plt.title('Lake Mead surface area for the 2021.02 - 2022.07 period.', fontsize=20)
plt.xticks(rotation=45)
plt.ylabel('Water surface area [sq km]', fontsize=14)
plt.plot(mask_dates, lake_areas, marker='o')
plt.grid('on')
plt.ylim(240, 320)
for i, v in enumerate(lake_areas): 
    plt.text(i, v+2, "%d" %v, ha='center')
plt.show()

Usando matplotlib, você pode visualizar os resultados com um gráfico. O gráfico mostra que a 
área da superfície do Lago Mead diminuiu de janeiro de 2021 a julho de 2022.

Usando trabalhos de processamento para workloads geoespaciais 
personalizadas

Com o Amazon SageMaker Processing, você pode usar uma experiência simplificada e gerenciada 
SageMaker para executar suas cargas de trabalho de processamento de dados com o contêiner 
geoespacial criado especificamente.
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A infraestrutura subjacente para um trabalho SageMaker de processamento da Amazon é totalmente 
gerenciada pelo SageMaker. Durante um trabalho de processamento, os recursos do cluster são 
provisionados para a duração do seu trabalho e limpos quando um trabalho é concluído.

O diagrama anterior mostra como SageMaker gira um trabalho de processamento geoespacial. 
SageMaker pega seu script de carga de trabalho geoespacial, copia seus dados geoespaciais 
do Amazon Simple Storage Service (Amazon S3) e, em seguida, extrai o contêiner geoespacial 
especificado. A infraestrutura subjacente para o trabalho de processamento é totalmente gerenciada 
pelo SageMaker. Os recursos do cluster são provisionados para a duração do seu trabalho e limpos 
quando um trabalho é concluído. A saída do trabalho de processamento é armazenada no bucket 
que você especificar.

Restrições de nomenclatura de path

Os caminhos locais dentro de um contêiner de trabalhos de processamento devem começar 
com /opt/ml/processing/.

SageMaker geospatial fornece um contêiner criado especificamente,
081189585635.dkr.ecr.us-west-2.amazonaws.com/sagemaker-geospatial-
v1-0:latest que pode ser especificado ao executar um trabalho de processamento.

Tópicos

• Visão geral: Execute trabalhos de processamento usando ScriptProcessor um SageMaker 
contêiner geoespacial
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• Usando ScriptProcessor para calcular o Índice de Vegetação por Diferença Normalizada (NDVI) 
usando dados de satélite Sentinel-2

Visão geral: Execute trabalhos de processamento usando ScriptProcessor um 
SageMaker contêiner geoespacial

SageMaker geospatial fornece um contêiner de processamento específico,.
081189585635.dkr.ecr.us-west-2.amazonaws.com/sagemaker-geospatial-
v1-0:latest Você pode usar esse contêiner ao executar um trabalho com o Amazon SageMaker 
Processing. Ao criar uma instância da ScriptProcessorclasse que está disponível por meio do
Amazon SageMaker Python SDK for Processing, especifique isso. image_uri

Note

Se você receber um ResourceLimitExceedederro ao tentar iniciar um trabalho de 
processamento, precisará solicitar um aumento de cota. Para iniciar uma solicitação de 
aumento da cota Service Quotas, consulte Solicitar um aumento de cota no Guia do usuário 
do Service Quotas

Pré-requisitos para usar o ScriptProcessor

1. Você criou um script Python que especifica sua workload geoespacial de ML.

2. Você concedeu à função de SageMaker execução acesso a todos os buckets do Amazon S3 
necessários.

3. Prepare seus dados para importação no contêiner. Os trabalhos SageMaker de processamento 
da Amazon oferecem suporte à definição de s3_data_type igual "ManifestFile" ou igual 
a"S3Prefix".

O procedimento a seguir mostra como criar uma instância ScriptProcessor e enviar um trabalho 
de SageMaker processamento da Amazon usando o contêiner SageMaker geoespacial.

Para criar uma ScriptProcessor instância e enviar um trabalho de SageMaker processamento da 
Amazon usando um contêiner SageMaker geoespacial

1. Instancie uma instância da ScriptProcessor classe usando a imagem SageMaker geoespacial:
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from sagemaker.processing import ScriptProcessor, ProcessingInput, ProcessingOutput 
  
sm_session = sagemaker.session.Session()
execution_role_arn = sagemaker.get_execution_role()

# purpose-built geospatial container
image_uri = '081189585635.dkr.ecr.us-west-2.amazonaws.com/sagemaker-geospatial-
v1-0:latest'

script_processor = ScriptProcessor( 
 command=['python3'], 
 image_uri=image_uri, 
 role=execution_role_arn, 
 instance_count=4, 
 instance_type='ml.m5.4xlarge', 
 sagemaker_session=sm_session
)

Substitua execution_role_arn pelo ARN da função de execução que tem SageMaker acesso 
aos dados de entrada armazenados no Amazon S3 e em qualquer AWS outro serviço que você 
queira chamar em seu trabalho de processamento. Você pode atualizar o instance_count e o
instance_type para atender aos requisitos do seu trabalho de processamento.

2. Para iniciar um trabalho de processamento, use o método .run():

# Can be replaced with any S3 compliant string for the name of the folder.
s3_folder = geospatial-data-analysis

# Use .default_bucket() to get the name of the S3 bucket associated with your current 
 SageMaker session
s3_bucket = sm_session.default_bucket() 
      
s3_manifest_uri = f's3://{s3_bucket}/{s3_folder}/manifest.json'
s3_prefix_uri =  f's3://{s3_bucket}/{s3_folder}/image-prefix

script_processor.run( 
 code='preprocessing.py', 
 inputs=[ 
  ProcessingInput( 
   source=s3_manifest_uri | s3_prefix_uri , 
   destination='/opt/ml/processing/input_data/', 
   s3_data_type= "ManifestFile" | "S3Prefix", 
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   s3_data_distribution_type= "ShardedByS3Key" | "FullyReplicated"
  ) 
 ], 
 outputs=[ 
        ProcessingOutput( 
            source='/opt/ml/processing/output_data/', 
            destination=s3_output_prefix_url
        ) 
    ]
)

• Substitua preprocessing.py pelo nome do seu próprio script de processamento de dados 
em Python.

• Um trabalho de processamento oferece suporte a dois métodos para formatar seus dados de 
entrada. Você pode criar um arquivo manifesto que aponte para todos os dados de entrada 
do seu trabalho de processamento ou usar um prefixo comum em cada entrada de dados 
individual. Se você criou um conjunto de arquivos de manifesto s3_manifest_uri igual a
"ManifestFile". Se você usou um prefixo do arquivo definido s3_manifest_uri igual a
"S3Prefix". Você especifica o caminho para seus dados usando source.

• Você pode distribuir os dados da tarefa de processamento de duas maneiras:

• Distribua seus dados para todas as instâncias de processamento definindo
s3_data_distribution_type igual a FullyReplicated.

• Distribua seus dados em fragmentos com base na chave Amazon S3 definindo
s3_data_distribution_type igual a ShardedByS3Key. Quando você usa
ShardedByS3Key, um fragmento de dados é enviado para cada instância de 
processamento.

Você pode usar um script para processar dados SageMaker geoespaciais. Esse script pode ser 
encontrado na Etapa 3: Escrevendo um script que possa calcular o NDVI. Para saber mais sobre 
a operação da .run() API, consulte runo Amazon SageMaker Python SDK for Processing.

Para monitorar o progresso do seu trabalho de processamento, a classe ProcessingJobs
oferece suporte a um método describe. Esse método retorna uma resposta da chamada de API
DescribeProcessingJob. Para saber mais, consulte DescribeProcessingJoba Amazon 
SageMaker API Reference.
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O próximo tópico mostra como criar uma instância da ScriptProcessor classe usando o contêiner 
SageMaker geoespacial e, em seguida, como usá-lo para calcular o Índice de Vegetação por 
Diferença Normalizada (NDVI) com imagens. Sentinel-2

Usando ScriptProcessor para calcular o Índice de Vegetação por Diferença 
Normalizada (NDVI) usando dados de satélite Sentinel-2

Os exemplos de código a seguir mostram como calcular o índice de vegetação de diferença 
normalizada de uma área geográfica específica usando a imagem geoespacial criada 
especificamente em um notebook Studio Classic e executar uma carga de trabalho em grande escala 
com o Amazon Processing usando o SDK do Python. SageMaker ScriptProcessor SageMaker

Essa demonstração também usa uma instância de notebook Amazon SageMaker Studio Classic que 
usa o kernel geoespacial e o tipo de instância. Para saber como criar uma instância de notebook 
geoespacial Studio Classic, consulteCrie um notebook Amazon SageMaker Studio Classic usando a 
imagem geoespacial.

Você pode acompanhar essa demonstração em sua própria instância de caderno copiando e 
colando os seguintes trechos de código:

1. Use search_raster_data_collection para consultar uma área específica de interesse 
(AOI) em um determinado intervalo de tempo usando uma coleção de dados raster específica,. 
Sentinel-2

2. Crie um arquivo manifesto que especifique quais dados serão processados durante o trabalho de 
processamento.

3. Escreva um script Python de processamento de dados calculando o NDVI.

4. Crie uma ScriptProcessor instância e inicie o trabalho SageMaker de processamento da 
Amazon.

5. Visualizando os resultados do seu trabalho de processamento.

Consultar a coleta de dados raster Sentinel-2 usando SearchRasterDataCollection

Com search_raster_data_collection você pode consultar coleções de dados raster 
compatíveis. Este exemplo usa dados extraídos de Sentinel-2 satélites. A área de interesse 
(AreaOfInterest) especificada é a zona rural do norte de Iowa, e o intervalo de tempo 
(TimeRangeFilter) é de 1º de janeiro de 2022 a 30 de dezembro de 2022. Para ver as coleções 
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de dados raster disponíveis em seu Região da AWS use list_raster_data_collections. Para 
ver um exemplo de código usando essa API, consulte ListRasterDataCollectionso Amazon 
SageMaker Developer Guide.

Nos exemplos de código a seguir, você usa o ARN associado à coleta de dados Sentinel-2 raster,.
arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8

Uma solicitação de API search_raster_data_collection requer dois parâmetros:

• Você precisa especificar um parâmetro Arn que corresponda à coleção de dados raster que você 
deseja consultar.

• Você também precisa especificar um parâmetro RasterDataCollectionQuery, que usa um 
dicionário Python.

O exemplo de código a seguir contém os pares de valores-chave necessários para o parâmetro
RasterDataCollectionQuery salvo na variável search_rdc_query.

search_rdc_query = { 
    "AreaOfInterest": { 
        "AreaOfInterestGeometry": { 
            "PolygonGeometry": { 
                "Coordinates": [[ 
                    [ 
              -94.50938680498298, 
              43.22487436936203 
            ], 
            [ 
              -94.50938680498298, 
              42.843474642037194 
            ], 
            [ 
              -93.86520004156142, 
              42.843474642037194 
            ], 
            [ 
              -93.86520004156142, 
              43.22487436936203 
            ], 
            [ 
              -94.50938680498298, 
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              43.22487436936203 
            ] 
               ]] 
            } 
        } 
    }, 
    "TimeRangeFilter": {"StartTime": "2022-01-01T00:00:00Z", "EndTime": 
 "2022-12-30T23:59:59Z"}
}

Para fazer a search_raster_data_collection solicitação, você deve especificar o 
ARN da coleta de dados Sentinel-2 raster:. arn:aws:sagemaker-geospatial:us-
west-2:378778860802:raster-data-collection/public/nmqj48dcu3g7ayw8 Você 
também precisa passar o dicionário Python que foi definido anteriormente, que especifica os 
parâmetros de consulta.

## Creates a SageMaker Geospatial client instance  
sm_geo_client= session.create_client(service_name="sagemaker-geospatial")

search_rdc_response1 = sm_geo_client.search_raster_data_collection( 
    Arn='arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8', 
    RasterDataCollectionQuery=search_rdc_query
)

Os resultados dessa API não podem ser paginados. Para coletar todas as imagens de satélite 
retornadas pela operação search_raster_data_collection, você pode implementar um loop
while. Isso é verificado para NextToken na resposta da API:

## Holds the list of API responses from search_raster_data_collection
items_list = []
while search_rdc_response1.get('NextToken') and search_rdc_response1['NextToken'] != 
 None: 
    items_list.extend(search_rdc_response1['Items']) 
     
    search_rdc_response1 = sm_geo_client.search_raster_data_collection( 
     Arn='arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8', 
        RasterDataCollectionQuery=search_rdc_query,  
        NextToken=search_rdc_response1['NextToken'] 
    )
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A resposta da API retorna uma lista de URLs sob a chave Assets correspondente a faixas de 
imagens específicas. Veja a seguir uma versão truncada da resposta da API. Algumas das faixas da 
imagem foram removidas para maior clareza.

{ 
 'Assets': { 
        'aot': { 
            'Href': 'https://sentinel-cogs.s3.us-west-2.amazonaws.com/sentinel-s2-l2a-
cogs/15/T/UH/2022/12/S2A_15TUH_20221230_0_L2A/AOT.tif' 
        }, 
        'blue': { 
            'Href': 'https://sentinel-cogs.s3.us-west-2.amazonaws.com/sentinel-s2-l2a-
cogs/15/T/UH/2022/12/S2A_15TUH_20221230_0_L2A/B02.tif' 
        }, 
        'swir22-jp2': { 
            'Href': 's3://sentinel-s2-l2a/tiles/15/T/UH/2022/12/30/0/B12.jp2' 
        }, 
        'visual-jp2': { 
            'Href': 's3://sentinel-s2-l2a/tiles/15/T/UH/2022/12/30/0/TCI.jp2' 
        }, 
        'wvp-jp2': { 
            'Href': 's3://sentinel-s2-l2a/tiles/15/T/UH/2022/12/30/0/WVP.jp2' 
        } 
    }, 
    'DateTime': datetime.datetime(2022, 12, 30, 17, 21, 52, 469000, tzinfo = 
 tzlocal()), 
    'Geometry': { 
        'Coordinates': [ 
            [ 
                [-95.46676936182894, 43.32623760511659], 
                [-94.11293433656887, 43.347431265475954], 
                [-94.09532154452742, 42.35884880571144], 
                [-95.42776890002203, 42.3383710796791], 
                [-95.46676936182894, 43.32623760511659] 
            ] 
        ], 
        'Type': 'Polygon' 
    }, 
    'Id': 'S2A_15TUH_20221230_0_L2A', 
    'Properties': { 
        'EoCloudCover': 62.384969, 
        'Platform': 'sentinel-2a' 
    }
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}

Na próxima seção, você cria um arquivo manifesto usando a chave 'Id' da resposta da API.

Crie um arquivo manifesto de entrada usando a chave Id da resposta da API
search_raster_data_collection

Ao executar um trabalho de processamento, você deve especificar uma entrada de dados do 
Amazon S3. O tipo de dados de entrada pode ser um arquivo manifesto, que então aponta para os 
arquivos de dados individuais. Você também pode adicionar um prefixo a cada arquivo que você 
deseja processar. O exemplo de código a seguir define a pasta na qual seus arquivos manifesto 
serão gerados.

Use o SDK for Python (Boto3) para obter o bucket padrão e o ARN da função de execução 
associada à sua instância do notebook Studio Classic:

sm_session = sagemaker.session.Session()
s3 = boto3.resource('s3')
# Gets the default excution role associated with the notebook
execution_role_arn = sagemaker.get_execution_role()  

# Gets the default bucket associated with the notebook
s3_bucket = sm_session.default_bucket()  

# Can be replaced with any name
s3_folder = "script-processor-input-manifest"

Em seguida, você cria um arquivo manifesto. Ele conterá os URLs das imagens de satélite que você 
deseja processar ao executar seu trabalho de processamento posteriormente na etapa 4.

# Format of a manifest file
manifest_prefix = {}
manifest_prefix['prefix'] = 's3://' + s3_bucket + '/' + s3_folder + '/'
manifest = [manifest_prefix]

print(manifest)

O exemplo de código a seguir retorna o URI do S3 em que seus arquivos manifesto serão criados.

[{'prefix': 's3://sagemaker-us-west-2-111122223333/script-processor-input-manifest/'}]
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Todos os elementos de resposta da resposta search_raster_data_collection não são necessários 
para executar a tarefa de processamento.

O trecho de código a seguir remove os elementos desnecessários 'Properties', 'Geometry'
e 'DateTime'. O par de valores-chave 'Id', 'Id': 'S2A_15TUH_20221230_0_L2A', 
contém o ano e o mês. O exemplo de código a seguir analisa esses dados para criar novas chaves 
no dicionário Python dict_month_items. Os valores são os ativos retornados da consulta
SearchRasterDataCollection.

# For each response get the month and year, and then remove the metadata not related to 
 the satelite images.
dict_month_items = {}
for item in items_list: 
    # Example ID being split: 'S2A_15TUH_20221230_0_L2A'  
    yyyymm = item['Id'].split("_")[2][:6] 
    if yyyymm not in dict_month_items: 
        dict_month_items[yyyymm] = [] 
     
    # Removes uneeded metadata elements for this demo  
    item.pop('Properties', None) 
    item.pop('Geometry', None) 
    item.pop('DateTime', None) 

    # Appends the response from search_raster_data_collection to newly created key 
 above 
    dict_month_items[yyyymm].append(item)

Este exemplo de código carrega o dict_month_items para o Amazon S3 como um objeto JSON 
usando a operação de API .upload_file():

## key_ is the yyyymm timestamp formatted above
## value_ is the reference to all the satellite images collected via our searchRDC 
 query  
for key_, value_ in dict_month_items.items(): 
    filename = f'manifest_{key_}.json' 
    with open(filename, 'w') as fp: 
        json.dump(value_, fp) 
    s3.meta.client.upload_file(filename, s3_bucket, s3_folder + '/' + filename) 
    manifest.append(filename) 
    os.remove(filename)
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Esse exemplo de código carrega um arquivo principal manifest.json que aponta para todos os 
outros manifestos enviados para o Amazon S3. Também salva o caminho para uma variável local:
s3_manifest_uri. Você usará essa variável novamente para especificar a origem dos dados de 
entrada ao executar o trabalho de processamento na etapa 4.

with open('manifest.json', 'w') as fp: 
    json.dump(manifest, fp)
s3.meta.client.upload_file('manifest.json', s3_bucket, s3_folder + '/' + 
 'manifest.json')
os.remove('manifest.json')

s3_manifest_uri = f's3://{s3_bucket}/{s3_folder}/manifest.json'

Agora que você criou os arquivos manifesto de entrada e os carregou, você pode escrever um script 
que processe seus dados na tarefa de processamento. Ele processa os dados das imagens de 
satélite, calcula o NDVI e, em seguida, retorna os resultados para um local diferente do Amazon S3.

Escreva um script que calcule o NDVI

O Amazon SageMaker Studio Classic suporta o uso do comando %%writefile cell magic. Depois 
de executar uma célula com esse comando, seu conteúdo será salvo no diretório local do Studio 
Classic. Esse é um código específico para calcular o NDVI. No entanto, o seguinte pode ser útil 
quando você escreve seu próprio script para uma tarefa de processamento:

• Em seu contêiner de trabalho de processamento, os caminhos locais dentro do contêiner devem 
começar com /opt/ml/processing/. Neste exemplo, input_data_path = '/opt/ml/
processing/input_data/'  e processed_data_path = '/opt/ml/processing/
output_data/' são especificados dessa forma.

• Com o Amazon SageMaker Processing, um script executado por uma tarefa de processamento 
pode carregar seus dados processados diretamente para o Amazon S3. Para fazer isso, certifique-
se de que o perfil de execução associada à sua instância ScriptProcessor tenha os requisitos 
necessários para acessar o bucket do S3. Você também pode especificar um parâmetro de 
saídas ao executar seu trabalho de processamento. Para saber mais, consulte a operação da
.run() API no SDK do Amazon SageMaker Python. Neste exemplo de código, os resultados do 
processamento de dados são carregados diretamente para o Amazon S3.

• Para gerenciar o tamanho do contêiner Amazon EBS anexado ao seu processamento, use o 
parâmetro volume_size_in_gb. O tamanho padrão dos contêineres é 30 GB. Opcionalmente, 
você também pode usar Coleta de lixo da biblioteca Python para gerenciar o armazenamento em 
seu contêiner do Amazon EBS.
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O exemplo de código a seguir carrega as matrizes no contêiner do trabalho de processamento. 
Quando as matrizes se acumulam e preenchem a memória, a tarefa de processamento falha. Para 
evitar essa falha, o exemplo a seguir contém comandos que removem as matrizes do contêiner do 
trabalho de processamento.

%%writefile compute_ndvi.py

import os
import pickle
import sys
import subprocess
import json
import rioxarray

if __name__ == "__main__": 
    print("Starting processing") 
     
    input_data_path = '/opt/ml/processing/input_data/' 
    input_files = [] 
     
    for current_path, sub_dirs, files in os.walk(input_data_path): 
        for file in files: 
            if file.endswith(".json"): 
                input_files.append(os.path.join(current_path, file)) 
     
    print("Received {} input_files: {}".format(len(input_files), input_files)) 

    items = [] 
    for input_file in input_files: 
        full_file_path = os.path.join(input_data_path, input_file) 
        print(full_file_path) 
        with open(full_file_path, 'r') as f: 
            items.append(json.load(f)) 
             
    items = [item for sub_items in items for item in sub_items] 

    for item in items: 
        red_uri = item["Assets"]["red"]["Href"] 
        nir_uri = item["Assets"]["nir"]["Href"] 

        red = rioxarray.open_rasterio(red_uri, masked=True) 
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        nir = rioxarray.open_rasterio(nir_uri, masked=True) 

        ndvi = (nir - red)/ (nir + red) 
         
        file_name = 'ndvi_' + item["Id"] + '.tif' 
        output_path = '/opt/ml/processing/output_data' 
        output_file_path = f"{output_path}/{file_name}" 
         
        ndvi.rio.to_raster(output_file_path) 
        print("Written output:", output_file_path)

Agora você tem um script que pode calcular o NDVI. Em seguida, você pode criar uma instância do 
ScriptProcessor e executar sua tarefa de processamento.

Criando uma instância da classe ScriptProcessor

Esta demonstração usa a ScriptProcessorclasse que está disponível por meio do SDK do Amazon 
SageMaker Python. Primeiro, você precisa criar uma instância da classe e, em seguida, iniciar seu 
trabalho de processamento usando o método .run().

from sagemaker.processing import ScriptProcessor, ProcessingInput, ProcessingOutput

image_uri = '081189585635.dkr.ecr.us-west-2.amazonaws.com/sagemaker-geospatial-
v1-0:latest'

processor = ScriptProcessor( 
 command=['python3'], 
 image_uri=image_uri, 
 role=execution_role_arn, 
 instance_count=4, 
 instance_type='ml.m5.4xlarge', 
 sagemaker_session=sm_session
)

print('Starting processing job.')

Ao iniciar seu trabalho de processamento, você precisa especificar um objeto ProcessingInput. 
Nesse objeto, você especifica o seguinte:

• O caminho para o arquivo manifesto que você criou na etapa 2, s3_manifest_uri. Essa é a 
fonte dos dados de entrada para o contêiner.
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• O caminho para onde você deseja que os dados de entrada sejam salvos no contêiner. Isso deve 
corresponder ao caminho que você especificou em seu script.

• Use o parâmetro s3_data_type para especificar a entrada como "ManifestFile".

s3_output_prefix_url = f"s3://{s3_bucket}/{s3_folder}/output"

processor.run( 
    code='compute_ndvi.py', 
    inputs=[ 
        ProcessingInput( 
            source=s3_manifest_uri, 
            destination='/opt/ml/processing/input_data/', 
            s3_data_type="ManifestFile", 
            s3_data_distribution_type="ShardedByS3Key" 
        ), 
    ], 
    outputs=[ 
        ProcessingOutput( 
            source='/opt/ml/processing/output_data/', 
            destination=s3_output_prefix_url, 
            s3_upload_mode="Continuous" 
        ) 
    ]
)

O exemplo de código a seguir usa o método .describe() para obter detalhes do seu trabalho de 
processamento.

preprocessing_job_descriptor = processor.jobs[-1].describe()
s3_output_uri = preprocessing_job_descriptor["ProcessingOutputConfig"]["Outputs"][0]
["S3Output"]["S3Uri"]
print(s3_output_uri)

Visualizando seus resultados usando matplotlib

Com a biblioteca Matplotlib Python, você pode traçar dados raster. Antes de traçar os dados, você 
precisa calcular o NDVI usando imagens de amostra dos Sentinel-2 satélites. O exemplo de código a 
seguir abre as matrizes de imagens usando a operação de .open_rasterio() API e, em seguida, 
calcula o NDVI usando as bandas de red imagem nir e dos dados do Sentinel-2 satélite.
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# Opens the python arrays  
import rioxarray

red_uri = items[25]["Assets"]["red"]["Href"]
nir_uri = items[25]["Assets"]["nir"]["Href"]

red = rioxarray.open_rasterio(red_uri, masked=True)
nir = rioxarray.open_rasterio(nir_uri, masked=True)

# Calculates the NDVI
ndvi = (nir - red)/ (nir + red)

# Common plotting library in Python  
import matplotlib.pyplot as plt

f, ax = plt.subplots(figsize=(18, 18))
ndvi.plot(cmap='viridis', ax=ax)
ax.set_title("NDVI for {}".format(items[25]["Id"]))
ax.set_axis_off()
plt.show()

A saída do exemplo de código anterior é uma imagem de satélite com os valores de NDVI 
sobrepostos nela. Um valor de NDVI próximo a 1 indica que muita vegetação está presente e valores 
próximos a 0 indicam que nenhuma vegetação está presente.

Trabalho de processamento geoespacial 1164



Amazon SageMaker Guia do Desenvolvedor

Isso conclui a demonstração do uso de ScriptProcessor.
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Trabalhos de observação da terra

Usando um trabalho de observação da terra (EOJ), você pode adquirir, transformar e visualizar 
dados geoespaciais para fazer previsões. Você pode escolher uma operação com base no seu 
caso de uso a partir de uma ampla variedade de operações e modelos. Você tem a flexibilidade de 
escolher sua área de interesse, selecionar os provedores de dados e definir cloud-cover-percentage-
based filtros e intervalos de tempo. Depois de SageMaker criar um EOJ para você, você pode 
visualizar as entradas e saídas do trabalho usando a funcionalidade de visualização. Um EOJ tem 
vários casos de uso que incluem comparar o desmatamento ao longo do tempo e diagnosticar a 
integridade das plantas. Você pode criar um EOJ usando um SageMaker notebook com uma imagem 
SageMaker geoespacial. Você também pode acessar a interface SageMaker geoespacial como 
parte da interface do usuário do Amazon SageMaker Studio Classic para ver a lista de todos os seus 
trabalhos. Você também pode usar a interface do usuário para pausar ou interromper um trabalho 
em andamento. Você pode escolher um trabalho na lista de EOJ disponíveis para ver o resumo do 
trabalho, os detalhes do trabalho, bem como visualizar a saída do trabalho.

Tópicos

• Crie um Job de observação da Terra usando um notebook Amazon SageMaker Studio Classic com 
uma imagem SageMaker geoespacial

• Tipos de operações

Crie um Job de observação da Terra usando um notebook Amazon SageMaker Studio 
Classic com uma imagem SageMaker geoespacial

Para usar um notebook SageMaker Studio Classic com uma imagem SageMaker geoespacial:

1. No Inicializador, escolha Alterar ambiente em Cadernos e recursos de computação.

2. Em seguida, o diálogo Alterar ambiente é aberto.

3. Selecione a lista suspensa Imagem e escolha ou Geoespacial 1.0. O tipo de instância deve ser
ml.geospatial.interactive. Não altere os valores padrão das outras configurações.

4. Escolha Selecionar.

5. Escolha Criar caderno.

Você pode iniciar um EOJ usando um notebook Amazon SageMaker Studio Classic com uma 
imagem SageMaker geoespacial usando o código fornecido abaixo.
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import boto3
import sagemaker
import sagemaker_geospatial_map

session = boto3.Session()
execution_role = sagemaker.get_execution_role()
sg_client = session.client(service_name="sagemaker-geospatial")

O exemplo a seguir mostra como criar um EOJ na região Oeste dos EUA (Oregon).

#Query and Access Data
search_rdc_args = { 
    "Arn": "arn:aws:sagemaker-geospatial:us-west-2:378778860802:raster-data-collection/
public/nmqj48dcu3g7ayw8",  # sentinel-2 L2A COG 
    "RasterDataCollectionQuery": { 
        "AreaOfInterest": { 
            "AreaOfInterestGeometry": { 
                "PolygonGeometry": { 
                    "Coordinates": [ 
                        [ 
                            [-114.529, 36.142], 
                            [-114.373, 36.142], 
                            [-114.373, 36.411], 
                            [-114.529, 36.411], 
                            [-114.529, 36.142], 
                        ] 
                    ] 
                } 
            } 
        }, 
        "TimeRangeFilter": { 
            "StartTime": "2021-01-01T00:00:00Z", 
            "EndTime": "2022-07-10T23:59:59Z", 
        }, 
        "PropertyFilters": { 
            "Properties": [{"Property": {"EoCloudCover": {"LowerBound": 0, 
 "UpperBound": 1}}}], 
            "LogicalOperator": "AND", 
        }, 
        "BandFilter": ["visual"], 
    },
}
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tci_urls = []
data_manifests = []
while search_rdc_args.get("NextToken", True): 
    search_result = sg_client.search_raster_data_collection(**search_rdc_args) 
    if search_result.get("NextToken"): 
        data_manifests.append(search_result) 
    for item in search_result["Items"]: 
        tci_url = item["Assets"]["visual"]["Href"] 
        print(tci_url) 
        tci_urls.append(tci_url) 

    search_rdc_args["NextToken"] = search_result.get("NextToken") 
         
# Perform land cover segmentation on images returned from the sentinel dataset.
eoj_input_config = { 
    "RasterDataCollectionQuery": { 
        "RasterDataCollectionArn": "arn:aws:sagemaker-geospatial:us-
west-2:378778860802:raster-data-collection/public/nmqj48dcu3g7ayw8", 
        "AreaOfInterest": { 
            "AreaOfInterestGeometry": { 
                "PolygonGeometry": { 
                    "Coordinates": [ 
                        [ 
                            [-114.529, 36.142], 
                            [-114.373, 36.142], 
                            [-114.373, 36.411], 
                            [-114.529, 36.411], 
                            [-114.529, 36.142], 
                        ] 
                    ] 
                } 
            } 
        }, 
        "TimeRangeFilter": { 
            "StartTime": "2021-01-01T00:00:00Z", 
            "EndTime": "2022-07-10T23:59:59Z", 
        }, 
        "PropertyFilters": { 
            "Properties": [{"Property": {"EoCloudCover": {"LowerBound": 0, 
 "UpperBound": 1}}}], 
            "LogicalOperator": "AND", 
        }, 
    }
}
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eoj_config = {"LandCoverSegmentationConfig": {}}

response = sg_client.start_earth_observation_job( 
    Name="lake-mead-landcover", 
    InputConfig=eoj_input_config, 
    JobConfig=eoj_config, 
    ExecutionRoleArn=execution_role,
)

Depois que seu EOJ for criado, o Arn será devolvido a você. Você usa o Arn para identificar 
um trabalho e realizar outras operações. Para obter o status de uma tarefa, você pode executar
sg_client.get_earth_observation_job(Arn = response['Arn']).

O exemplo a seguir mostra como consultar o status de um EOJ até que seja concluído.

eoj_arn = response["Arn"]
job_details = sg_client.get_earth_observation_job(Arn=eoj_arn)
{k: v for k, v in job_details.items() if k in ["Arn", "Status", "DurationInSeconds"]}
# List all jobs in the account
sg_client.list_earth_observation_jobs()["EarthObservationJobSummaries"]

Depois que o EOJ for concluído, você poderá visualizar as saídas do EOJ diretamente no caderno. O 
exemplo a seguir mostra como um mapa interativo pode ser renderizado.

map = sagemaker_geospatial_map.create_map({
'is_raster': True
})
map.set_sagemaker_geospatial_client(sg_client)
# render the map
map.render()

O exemplo a seguir mostra como o mapa pode ser centralizado em uma área de interesse e a 
entrada e saída do EOJ podem ser renderizadas como camadas separadas dentro do mapa.

# visualize the area of interest
config = {"label": "Lake Mead AOI"}
aoi_layer = map.visualize_eoj_aoi(Arn=eoj_arn, config=config)

# Visualize input.
time_range_filter = { 
    "start_date": "2022-07-01T00:00:00Z", 
    "end_date": "2022-07-10T23:59:59Z",
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}
config = {"label": "Input"}

input_layer = map.visualize_eoj_input( 
    Arn=eoj_arn, config=config, time_range_filter=time_range_filter
)
# Visualize output, EOJ needs to be in completed status.
time_range_filter = { 
    "start_date": "2022-07-01T00:00:00Z", 
    "end_date": "2022-07-10T23:59:59Z",
}
config = {"preset": "singleBand", "band_name": "mask"}
output_layer = map.visualize_eoj_output( 
    Arn=eoj_arn, config=config, time_range_filter=time_range_filter
)

Você pode usar a função export_earth_observation_job para exportar os resultados do EOJ 
para o bucket do Amazon S3. A função de exportação facilita o compartilhamento dos resultados 
entre as equipes. SageMaker também simplifica o gerenciamento do conjunto de dados. Podemos 
simplesmente compartilhar os resultados do EOJ usando o ARN do trabalho, em vez de rastrear 
milhares de arquivos no bucket do S3. Cada EOJ se torna um ativo no catálogo de dados, pois os 
resultados podem ser agrupados por ARN do trabalho. O exemplo a seguir mostra como exportar os 
resultados de um EOJ.

sagemaker_session = sagemaker.Session()
s3_bucket_name = sagemaker_session.default_bucket()  # Replace with your own bucket if 
 needed
s3_bucket = session.resource("s3").Bucket(s3_bucket_name)
prefix = "eoj_lakemead"  # Replace with the S3 prefix desired
export_bucket_and_key = f"s3://{s3_bucket_name}/{prefix}/"

eoj_output_config = {"S3Data": {"S3Uri": export_bucket_and_key}}
export_response = sg_client.export_earth_observation_job( 
    Arn=eoj_arn, 
    ExecutionRoleArn=execution_role, 
    OutputConfig=eoj_output_config, 
    ExportSourceImages=False,
)

Monitore o status da tarefa de exportação usando o seguinte trecho de código.

# Monitor the export job status
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export_job_details = sg_client.get_earth_observation_job(Arn=export_response["Arn"])
{k: v for k, v in export_job_details.items() if k in ["Arn", "Status", 
 "DurationInSeconds"]}

As taxas de armazenamento não são cobradas após a exclusão do EOJ.

Para ver um exemplo que mostra como executar um EOJ, consulte esta postagem no blog.

Para obter mais exemplos de notebooks sobre recursos SageMaker geoespaciais, consulte este 
GitHub repositório.

Tipos de operações

Ao criar um EOJ, selecione uma operação com base no seu caso de uso. Os recursos SageMaker 
geoespaciais da Amazon oferecem uma combinação de operações específicas e modelos pré-
treinados. Você pode usar essas operações para entender o impacto das mudanças ambientais e 
das atividades humanas ao longo do tempo ou identificar pixels de nuvem e sem nuvem.

Mascaramento de nuvem

Identificar nuvens em imagens de satélite é uma etapa essencial de pré-processamento na produção 
de dados geoespaciais de alta qualidade. Ignorar os pixels da nuvem pode levar a erros na análise, 
e a detecção excessiva dos pixels da nuvem pode diminuir o número de observações válidas. O 
mascaramento de nuvem tem a capacidade de identificar pixels com e sem nuvens em imagens de 
satélite. Uma máscara precisa de nuvem ajuda a obter imagens de satélite para processamento e 
melhora a geração de dados. A seguir está o mapa de classes para mascaramento de nuvem.

{
0: "No_cloud",
1: "cloud"
}

Remoção de nuvem

A remoção de nuvem para dados do Sentinel-2 usa um modelo de segmentação de semântica 
baseado em ML para identificar nuvens na imagem. Pixels turvos podem ser substituídos por pixels 
de outros timestamps. USGS Landsatos dados contêm metadados do landsat que são usados para 
remoção da nuvem.

Estatísticas temporais
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As estatísticas temporais calculam estatísticas para dados geoespaciais ao longo do tempo. As 
estatísticas temporais atualmente suportadas incluem média, mediana e desvio padrão. Você pode 
calcular essas estatísticas usando GROUPBY e configurá-las para all ouyearly. Você também 
pode mencionar o TargetBands.

Estatísticas zonais

As estatísticas zonais realizam operações estatísticas em uma área especificada na imagem.

Reamostragem

A reamostragem é usada para aumentar e diminuir a resolução de uma imagem geoespacial. O 
atributo value na reamostragem representa o comprimento de um lado do pixel.

Geomosaico

O Geomosaic permite unir imagens menores em uma imagem grande.

Empilhamento de bandas

O empilhamento de bandas usa mais de uma banda de imagem como entrada e as empilha em um 
único GeoTIFF. O atributo OutputResolution determina a resolução da imagem de saída. Com 
base nas resoluções das imagens de entrada, você pode configurá-lo para lowest, highest ou
average.

Matemática da banda

A matemática da banda, também conhecida como Índice Espectral, é um processo de transformar as 
observações de várias bandas espectrais em uma única banda, indicando a abundância relativa de 
características de interesse. Por exemplo, o Índice de Vegetação por Diferença Normalizada (NDVI) 
e o Índice de Vegetação Aprimorado (EVI) são úteis para observar a presença de características de 
vegetação verde.

Segmentação da cobertura do solo

A segmentação da cobertura do solo terra é um modelo de segmentação de semântica que 
tem a capacidade de identificar o material físico, como vegetação, água e solo descoberto, na 
superfície da terra. Ter uma forma precisa de mapear os padrões de cobertura do solo ajuda você 
a entender o impacto das mudanças ambientais e das atividades humanas ao longo do tempo. A 
segmentação da cobertura do solo é frequentemente usada para planejamento de regiões, resposta 
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a desastres, gestão ecológica e avaliação de impacto ambiental. A seguir está o mapa de classes 
para segmentação da cobertura do solo.

{
0: "No_data",
1: "Saturated_or_defective",
2: "Dark_area_pixels",
3: "Cloud_shadows",
4: "Vegetation",
5: "Not_vegetated",
6: "Water",
7: "Unclassified",
8: "Cloud_medium_probability",
9: "Cloud_high_probability",
10: "Thin_cirrus",
11: "Snow_ice"
}

Disponibilidade das operações do EOJ

A disponibilidade das operações depende se você está usando a interface SageMaker geoespacial 
ou os notebooks Amazon SageMaker Studio Classic com uma imagem SageMaker geoespacial. 
Atualmente, os cadernos suportam todas as funcionalidades. Para resumir, as seguintes operações 
geoespaciais são apoiadas por: SageMaker

Operações Descrição Disponibilidade

Mascaramento de nuvem Identifique pixels com e sem 
nuvem para obter imagens 
de satélite aprimoradas e 
precisas.

Interface do usuário, caderno

Remoção de nuvem Remova pixels contendo 
partes de uma nuvem das 
imagens de satélite.

Caderno

Estatísticas temporais Calcule estatísticas ao longo 
do tempo para um determina 
do GeoTIFF.

Caderno
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Operações Descrição Disponibilidade

Estatísticas zonais Calcule estatísticas em 
regiões definidas pelo usuário.

Caderno

Reamostragem Dimensione imagens para 
diferentes resoluções.

Caderno

Geomosaico Combine várias imagens para 
maior fidelidade.

Caderno

Empilhamento de bandas Combine várias bandas 
espectrais para criar uma 
única imagem.

Caderno

Matemática de bandas/Índice 
espectral

Obtenha uma combinação 
de bandas espectrais que 
indiquem a abundância de 
características de interesse.

Interface do usuário, caderno

Segmentação da cobertura do 
solo

Identifique os tipos de 
cobertura da terra, como 
vegetação e água, em 
imagens de satélite.

Interface do usuário, caderno

Trabalhos de enriquecimento de vetor

Um Trabalho de enriquecimento de vetor (VEJ) executa operações em seus dados vetoriais. 
Atualmente, você pode usar um VEJ para fazer geocodificação reversa ou correspondência de 
mapas.

Geocodificação reversa

Com um VEJ de geocodificação reversa, você pode converter coordenadas geográficas (latitude, 
longitude) em endereços legíveis por humanos desenvolvido por Amazon Location Service. Quando 
você carrega um arquivo CSV contendo as coordenadas de longitude e latitude, ele retorna o número 
do endereço, país, etiqueta, município, bairro, código postal e região desse local. O arquivo de saída 
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consiste em seus dados de entrada junto com colunas contendo esses valores anexados no final. 
Esses trabalhos são otimizados para aceitar dezenas de milhares de rastreamentos de GPS.

Correspondência de mapas

A correspondência de mapas permite que você ajuste as coordenadas de GPS aos segmentos da 
estrada. A entrada deve ser um arquivo CSV contendo ID do rastreamento (rota), longitude, latitude 
e atributos do carimbo de data/hora. Pode haver várias coordenadas de GPS por rota. A entrada 
também pode conter várias rotas. A saída é um arquivo GeoJSON que contém links da rota prevista. 
Ela também contém os pontos de encaixe fornecidos na entrada. Esses trabalhos são otimizados 
para aceitar dezenas de milhares de unidades em uma solicitação. A correspondência de mapas 
é suportada por OpenStreetMap. A correspondência de mapas vai falhar se os nomes no campo 
da fonte de entrada não corresponderem aos da MapMatchingConfig. A mensagem de erro que 
você recebe contém os nomes dos campos presentes no arquivo de entrada e o nome do campo 
esperado que não foi encontrado na MapMatchingConfig.

O arquivo CSV de entrada para um VEJ deve conter o seguinte:

• Uma linha de cabeçalho

• Latitude e longitude em colunas separadas

• As colunas de data e hora e ID podem estar no formato numérico ou de string. Todos os outros 
dados da coluna devem estar somente em formato numérico

• Não perca as citações correspondentes

Para a coluna de carimbo de data/hora, os recursos SageMaker geoespaciais suportam o tempo 
de época em segundos e milissegundos (inteiro longo). Os formatos de string suportados são os 
seguintes:

• "dd.MM.yyyy HH:mm:ss z"

• "yyyy-MM-dd'T'HH:mm:ss.SSS'Z'"

• "yyyy-MM-dd'T'HH:mm:ss"

• "yyyy-MM-dd hh:mm:ss a"

• "yyyy-MM-dd HH:mm:ss"

• "yyyyMMddHHmmss"
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Embora você precise usar um notebook Amazon SageMaker Studio Classic para executar um 
VEJ, você pode visualizar todos os trabalhos criados usando a interface do usuário. Para usar a 
visualização no caderno, primeiro você precisa exportar sua saída para o bucket do S3. As ações do 
VEJ que você pode executar são as seguintes.

• StartVectorEnrichmentJob

• GetVectorEnrichmentJob

• ListVectorEnrichmentJobs

• StopVectorEnrichmentJob

• DeleteVectorEnrichmentJob

Visualização usando recursos SageMaker geoespaciais

Usando as funcionalidades de visualização fornecidas pela Amazon SageMaker Geospatial, você 
pode visualizar dados geoespaciais, as entradas para suas tarefas de EOJ ou VEJ, bem como as 
saídas exportadas do seu bucket do Amazon S3. A ferramenta de visualização é desenvolvida pelo
Foursquare Studio. A imagem a seguir mostra a ferramenta de visualização suportada por recursos 
SageMaker geoespaciais.

Você pode usar o painel de navegação à esquerda para adicionar dados, camadas, filtros e colunas. 
Você também pode fazer modificações na forma como você interage com o mapa.
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Conjunto de dados

A fonte de dados usada para visualização é chamada de conjunto de dados. Para adicionar dados 
para visualização, escolha Adicionar dados no painel de navegação à esquerda. Você pode carregar 
os dados do seu bucket do Amazon S3 ou da sua máquina local. Os formatos de dados suportados 
são CSV, JSON e GeoJSON. Você pode adicionar vários conjuntos de dados ao seu mapa. Depois 
de carregar o conjunto de dados, você poderá vê-lo carregado na tela do mapa.

Camadas

No painel de camadas, uma camada é criada e preenchida automaticamente quando você adiciona 
um conjunto de dados. Se seu mapa consistir em mais de um conjunto de dados, você poderá 
selecionar qual conjunto de dados pertence a uma camada. Você pode criar novas camadas e 
agrupá-las. SageMaker SageMaker os recursos geoespaciais oferecem suporte a vários tipos de 
camadas, incluindo ponto, arco, ícone e polígono.

Você pode escolher qualquer ponto de dados em uma camada para ter um Resumo. Você também 
pode personalizar ainda mais os pontos de dados. Por exemplo, você pode escolher o tipo de 
camada como Ponto e depois Cor de preenchimento com base em qualquer coluna do seu conjunto 
de dados. Você também pode alterar o raio dos pontos.

A imagem a seguir mostra o painel de camadas suportado pelos recursos SageMaker geoespaciais.

Visualização usando recursos SageMaker geoespaciais 1177



Amazon SageMaker Guia do Desenvolvedor

Columns

É possível visualizar as colunas presentes no seu conjunto de dados usando a aba Colunas no 
painel de navegação esquerdo.

Filtros

Você pode usar filtros para limitar os pontos de dados exibidos no mapa.

Interações

No painel Interações, você pode personalizar a forma como você interage com o mapa. Por exemplo, 
você pode escolher quais métricas exibir ao passar o mouse sobre a dica de ferramenta de um ponto 
de dados.

Mapa base

Atualmente, SageMaker só suporta o mapa base Amazon Dark.

Modos de mapa dividido
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Você pode ter um mapa único, mapas duplos ou mapas deslizantes. Com o Dual Maps, você pode 
comparar o mesmo mapa side-by-side usando camadas diferentes. Use os mapas deslizantes
para sobrepor dois mapas um ao outro e use o separador deslizante para compará-los. Você pode 
escolher o modo de mapa dividido escolhendo o botão Modo dividido no canto superior direito do seu 
mapa.

Legendas para EOJ na interface SageMaker geoespacial

A visualização da saída de um EOJ depende da operação escolhida para criá-lo. A legenda é 
baseada na escala de cores padrão. É possível ver a legenda escolhendo o botão Mostrar legenda
no canto superior direito do seu mapa.

Índice espectral

Ao visualizar a saída de um EOJ que usa a operação de índice espectral, você pode mapear a 
categoria com base na cor da legenda, conforme mostrado.

Mascaramento de nuvem

Ao visualizar a saída de um EOJ que usa a operação de mascaramento de nuvem, você pode 
mapear a categoria com base na cor da legenda, conforme mostrado.
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Segmentação da cobertura do solo

Ao visualizar a saída de um EOJ que usa a operação de segmentação da cobertura do solo, você 
pode mapear a categoria com base na cor da legenda, conforme mostrado.
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SDK de mapas SageMaker geoespaciais da Amazon

Você pode usar os recursos SageMaker geoespaciais da Amazon para visualizar mapas dentro da 
interface SageMaker geoespacial, bem como SageMaker cadernos com uma imagem geoespacial. 
Essas visualizações são compatíveis com a biblioteca de visualização de mapas chamada
Foursquare Studio.

Você pode usar as APIs fornecidas pelo SDK do mapa SageMaker geoespacial para visualizar seus 
dados geoespaciais, incluindo a entrada, a saída e a AoI do EOJ.

Tópicos

• API add_dataset

• API update_dataset

• API add_layer

• API update_layer

• API visualize_eoj_aoi

• API visualize_eoj_input

• API visualize_eoj_output

API add_dataset

Adiciona um objeto de conjunto de dados raster ou vetorial ao mapa.

Sintaxe da solicitação

Request =  
    add_dataset( 
      self, 
      dataset: Union[Dataset, Dict, None] = None, 
      *, 
      auto_create_layers: bool = True, 
      center_map: bool = True, 
      **kwargs: Any, 
    ) -> Optional[Dataset]

Parâmetros de solicitação

A solicitação aceita os parâmetros a seguir.
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Argumentos posicionais

Argumento Tipo Descrição

dataset Union[Dataset, Dict, None] Dados usados para criar um 
conjunto de dados, no formato 
CSV, JSON ou GeoJSON 
(para conjuntos de dados 
locais) ou uma string UUID.

Argumentos de palavras-chave

Argumento Tipo Descrição

auto_create_layers Booleano Se você deve tentar criar 
novas camadas ao adicionar 
um conjunto de dados. O valor 
padrão é False.

center_map Booleano Se o mapa deve ser centraliz 
ado no conjunto de dados 
criado. O valor padrão é True.

id String Um identificador exclusivo 
do conjunto de dados. Se 
você não fornecer um, uma ID 
aleatória será gerada.

label String Rótulo do conjunto de dados 
que é exibido.

color Tuple[float, float, float] Rótulo colorido do conjunto de 
dados.

metadata Dicionário Objeto contendo metadados 
do conjunto de blocos (para 
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Argumento Tipo Descrição

conjuntos de dados lado a 
lado).

Resposta

Essa API retorna o objeto de Conjunto de dados que foi adicionado ao mapa.

API update_dataset

Atualiza as configurações do conjunto de dados existente.

Sintaxe da solicitação

Request =  
    update_dataset( 
    self, 
    dataset_id: str, 
    values: Union[_DatasetUpdateProps, dict, None] = None, 
    **kwargs: Any,
) -> Dataset

Parâmetros de solicitação

A solicitação aceita os parâmetros a seguir.

Argumentos posicionais

Argumento Tipo Descrição

dataset_id Cadeia de caracteres Identificador do conjunto de 
dados a ser atualizado.

values União [_ DatasetUpdateProps, 
dict, None]

Valores a serem atualizados.

Argumentos de palavras-chave
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Argumento Tipo Descrição

label Cadeia de caracteres Rótulo do conjunto de dados 
que é exibido.

color RGBColor Rótulo colorido do conjunto de 
dados.

Resposta

Essa API retorna o objeto do conjunto de dados atualizado para mapas interativos ou None para 
ambientes HTML não interativos.

API add_layer

Adiciona uma nova camada ao mapa. Essa função requer pelo menos uma configuração de camada 
válida.

Sintaxe da solicitação

Request =  
    add_layer( 
    self, 
    layer: Union[LayerCreationProps, dict, None] = None, 
    **kwargs: Any
) -> Layer

Parâmetros de solicitação

A solicitação aceita os parâmetros a seguir.

Argumentos

Argumento Tipo Descrição

layer União [LayerCreationProps, 
ditado, nenhum]

Conjunto de propriedades 
usadas para criar uma 
camada.
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Resposta

Objeto de camada que foi adicionado ao mapa.

API update_layer

Atualize uma camada existente com determinados valores.

Sintaxe da solicitação

Request =  
    update_layer( 
  self, 
  layer_id: str, 
  values: Union[LayerUpdateProps, dict, None], 
  **kwargs: Any
) -> Layer

Parâmetros de solicitação

A solicitação aceita os parâmetros a seguir.

Argumentos

Argumento posicional Tipo Descrição

layer_id Cadeia de caracteres ID da camada a ser atualizad 
a.

values União [LayerUpdateProps, 
ditado, nenhum]

Valores a serem atualizados.

Argumentos de palavras-chave

Argumento Tipo Descrição

type LayerType Tipo de erro.
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Argumento Tipo Descrição

data_id String Identificador exclusivo do 
conjunto de dados que essa 
camada visualiza.

fields Dict [string, Optional[string]] Dicionário que mapeia os 
campos que a camada exige 
para visualização nos campos 
apropriados do conjunto de 
dados.

label String Rótulo canônico dessa 
camada.

is_visible Booleano Se a camada está visível ou 
não.

config LayerConfig Configuração de camada 
específica para seu tipo.

Resposta

Retorna o objeto de camada atualizado.

API visualize_eoj_aoi

Visualize a AoI do ARN do trabalho fornecido.

Parâmetros de solicitação

A solicitação aceita os parâmetros a seguir.

Argumentos

Argumento Tipo Descrição

Arn Cadeia de caracteres ARN do trabalho.
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Argumento Tipo Descrição

config Dicionário

config = { label: <string> 
custom label of the added AoI 
layer, default AoI }

Opção para passar as 
propriedades da camada.

Resposta

Referência do objeto de camada de entrada adicionado.

API visualize_eoj_input

Visualize a entrada do ARN do EOJ fornecido.

Parâmetros de solicitação

A solicitação aceita os parâmetros a seguir.

Argumentos

Argumento Tipo Descrição

Arn Cadeia de caracteres ARN do trabalho.

time_range_filter Dicionário

time_range_filter = {

start_date: <string> data no 
formato ISO

end_date: <string> data no 
formato ISO

}

Opção para fornecer o horário 
de início e término. O padrão 
é a data de início e término da 
pesquisa da coleta de dados 
raster.

config Dicionário Opção para passar as 
propriedades da camada.
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Argumento Tipo Descrição

config = { label: <string> 
custom label of the added 
output layer, default Input }

Resposta

Referência do objeto de camada de entrada adicionado.

API visualize_eoj_output

Visualize a saída do ARN do EOJ fornecido.

Parâmetros de solicitação

A solicitação aceita os parâmetros a seguir.

Argumentos

Argumento Tipo Descrição

Arn Cadeia de caracteres ARN do trabalho.

time_range_filter Dicionário

time_range_filter = {

start_date: <string> data no 
formato ISO

end_date: <string> data no 
formato ISO

}

Opção para fornecer o horário 
de início e término. O padrão 
é a data de início e término da 
pesquisa da coleta de dados 
raster.

config Dicionário

config = {

Opção para passar as 
propriedades da camada.
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Argumento Tipo Descrição

rótulo: <string> rótulo 
personalizado da camada 
de saída adicionada, saída 
padrão

predefinição: <string> 
singleBand ou trueColor,

band_name: <string>, 
necessário apenas para a 
predefinição 'singleBand'. 
Bandas permitidas para um 
EOJ

}

Resposta

Referência do objeto de camada de saída adicionado.

Para saber mais sobre como visualizar seus dados geoespaciais, consulte Visualização usando o 
Amazon Geospatial. SageMaker

SageMaker Perguntas frequentes sobre capacidades geoespaciais

Use os itens de perguntas frequentes a seguir para encontrar respostas às perguntas mais 
frequentes sobre recursos SageMaker geoespaciais.

1. Em quais regiões os recursos SageMaker geoespaciais da Amazon estão disponíveis?

Atualmente, as capacidades SageMaker geoespaciais são suportadas somente na região Oeste 
dos EUA (Oregon). Para visualizar a área SageMaker geoespacial, escolha o nome da região 
atualmente exibida na barra de navegação do console. Em seguida, escolha a região Oeste dos 
EUA (Oregon).

2. Quais AWS Identity and Access Management permissões e políticas são necessárias para usar a 
área SageMaker geoespacial?

SageMaker Perguntas frequentes sobre capacidades geoespaciais 1189

https://docs.aws.amazon.com/sagemaker/latest/dg/geospatial-visualize.html
https://docs.aws.amazon.com/sagemaker/latest/dg/geospatial-visualize.html


Amazon SageMaker Guia do Desenvolvedor

Para usar SageMaker geoespacial, você precisa de um usuário, grupo ou função que possa 
acessar SageMaker. Você também precisa criar uma função de SageMaker execução para que o 
setor SageMaker geoespacial possa realizar operações em seu nome. Para saber mais, consulte
Funções de capacidades SageMaker geoespaciais.

3. Eu tenho uma função de SageMaker execução existente. Preciso atualizá-lo?

Sim. Para usar SageMaker geoespacial, você deve especificar um principal de serviço adicional 
em sua política de confiança do IAM:sagemaker-geospatial.amazonaws.com. Para saber 
como especificar um diretor de serviço em uma relação de confiança, consulte Adicionando o 
principal do serviço SageMaker geoespacial a uma função de SageMaker execução existente o
Amazon SageMaker Developer Guide.

4. Posso usar recursos SageMaker geoespaciais por meio do meu ambiente VPC?

Sim, você pode usar o SageMaker geoespacial por meio de uma VPN. Para saber mais, consulte
Use os recursos SageMaker geoespaciais da Amazon em sua Amazon Virtual Private Cloud.

5. Por que não consigo ver o visualizador de mapa SageMaker geoespacial, a imagem ou o tipo de 
instância ao navegar até o Amazon SageMaker Studio Classic?

Verifique se você está lançando o Amazon SageMaker Studio Classic na região Oeste dos EUA 
(Oregon) e se não está usando um espaço compartilhado.

6. Por que não consigo ver a imagem SageMaker geoespacial ou o tipo de instância quando tento 
criar uma instância de notebook no Studio Classic?

Verifique se você está lançando o Amazon SageMaker Studio Classic na região Oeste dos EUA 
(Oregon) e se não está usando um espaço compartilhado. Para saber mais, consulte Crie um 
notebook Amazon SageMaker Studio Classic usando a imagem geoespacial.

7. Quais bandas são compatíveis com várias coleções de dados raster?

Use a resposta da API GetRasterDataCollection e consulte o campo ImageSourceBands
para encontrar as bandas compatíveis com essa coleta de dados específica.

SageMaker Segurança e permissões geoespaciais

Use os tópicos desta página para aprender sobre recursos de segurança de recursos SageMaker 
geoespaciais. Além disso, aprenda a usar recursos SageMaker geoespaciais em uma Amazon 
Virtual Private Cloud, bem como proteger seus dados em repouso usando criptografia.
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Para obter mais informações sobre Usuários e funções do IAM, consulte Identidades (Usuários, 
grupos e funções) no Guia do usuário do IAM.

Para saber mais sobre como usar o IAM com SageMaker, consulteIdentity and Access Management 
para Amazon SageMaker.

Tópicos

• Configuração e análise de vulnerabilidade em SageMaker geoespacial

• Melhores práticas de segurança para recursos SageMaker geoespaciais

• Use os recursos SageMaker geoespaciais da Amazon em sua Amazon Virtual Private Cloud

• AWS KMSPermissões de uso para recursos SageMaker geoespaciais da Amazon

Configuração e análise de vulnerabilidade em SageMaker geoespacial

A configuração e os controles de TI são uma responsabilidade compartilhada entre a AWS e você, 
nosso cliente. A AWS se encarrega das tarefas básicas de segurança, como aplicação de patches a 
bancos de dados e sistemas operacionais (OS) convidados, configuração de firewalls e recuperação 
de desastres. Esses procedimentos foram revisados e certificados por terceiros certificados. Para 
obter mais detalhes, consulte os seguintes recursos da :

• Modelo de responsabilidade compartilhada.

• Amazon Web Services: visão geral dos processos de segurança.

Melhores práticas de segurança para recursos SageMaker geoespaciais

Os recursos SageMaker geoespaciais da Amazon fornecem vários recursos de segurança a serem 
considerados ao desenvolver e implementar suas próprias políticas de segurança. As melhores 
práticas a seguir são diretrizes gerais e não representam uma solução completa de segurança. 
Como essas melhores práticas podem não ser adequadas ou suficientes para o seu ambiente, trate-
as como considerações úteis em vez de prescrições.

Aplicação do princípio de privilégio mínimo

Os recursos SageMaker geoespaciais da Amazon fornecem uma política de acesso granular 
para aplicativos que usam funções do IAM. Recomendamos que as funções recebam somente o 
conjunto mínimo de privilégios exigido pelo cargo. Também recomendamos auditar regularmente as 
permissões dos trabalhos e após qualquer alteração no seu aplicativo.
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Permissões de controle de acesso por perfil (RBAC)

Os administradores devem controlar rigorosamente as permissões de controle de acesso baseado 
em funções (RBAC) para os recursos geoespaciais da Amazon. SageMaker

Usar credenciais temporárias sempre que possível

Quando possível, use credenciais temporárias em vez de credenciais de longo prazo, como chaves 
de acesso. Para cenários em que você precise de usuários do IAM com acesso programático e 
credenciais de longo prazo, recomendamos alternar as chaves de acesso. A modificação regular 
de credenciais de longo prazo ajuda você a se familiarizar com o processo. Isso é útil caso você 
esteja em uma situação em que precise alternar credenciais, como quando um funcionário deixa 
sua empresa. Recomendamos que você use as últimas informações de acesso do IAM para alternar 
e remover chaves de acesso com segurança. Para obter mais informações, consulte Chaves de 
acesso rotativas e melhores práticas de segurança no IAM.

Use o AWS CloudTrail para visualizar e registrar as chamadas de API em log

O AWS CloudTrail rastreia qualquer pessoa que faça chamadas à API na sua conta da AWS. As 
chamadas de API são registradas sempre que alguém usa a API de capacidades SageMaker 
geoespaciais da Amazon, o console de capacidades SageMaker geoespaciais da Amazon ou os 
comandos da CLI de capacidades SageMaker geoespaciais da Amazon. AWS Ative o registro em log 
e especifique um bucket do Amazon S3 para armazenar os logs.

Sua confiança, privacidade e a segurança do seu conteúdo são nossas maiores prioridades. 
Implementamos controles técnicos e físicos que são responsáveis e avançados para impedir o 
acesso não autorizado ao seu conteúdo, bem como a sua divulgação, e garantir que o nosso uso 
esteja de acordo com os compromissos que firmamos com você. Para obter mais informações, 
consulte AWSPerguntas frequentes sobre a privacidade de dados.

Use os recursos SageMaker geoespaciais da Amazon em sua Amazon Virtual Private 
Cloud

O tópico a seguir fornece informações sobre como usar SageMaker notebooks com uma imagem 
SageMaker geoespacial em um SageMaker domínio da Amazon com o modo somente VPC. Para 
obter mais informações sobre VPCs no Amazon SageMaker Studio Classic, consulte Escolha uma 
Amazon VPC.
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Comunicação da VPC only com a internet

Por padrão, o SageMaker Domain usa duas Amazon VPC. Uma das Amazon VPC é gerenciada pela 
Amazon SageMaker e fornece acesso direto à Internet. Você especifica a outra Amazon VPC, que 
fornece tráfego criptografado entre o Domínio e o volume do Amazon Elastic File System (Amazon 
EFS).

Você pode alterar esse comportamento para que todo SageMaker o tráfego seja enviado pela 
Amazon VPC especificada. Se VPC only tiver sido escolhido como o modo de acesso à rede 
durante a criação do SageMaker domínio, os seguintes requisitos precisam ser considerados para 
ainda permitir o uso dos notebooks SageMaker Studio Classic no domínio criado. SageMaker

Requisitos para usar o modo VPC only

Note

Para usar os componentes de visualização dos recursos SageMaker geoespaciais, o 
navegador que você usa para acessar a interface do SageMaker Studio Classic precisa estar 
conectado à Internet.

Quando você escolher VpcOnly, siga estas etapas:

1. Você deve usar somente sub-redes privadas. Você não pode usar sub-redes públicas no modo
VpcOnly.

2. Certifique-se de que suas sub-redes tenham o número exigido de endereços IP necessários. O 
número esperado de endereços IP necessários por usuário pode variar de acordo com o caso 
de uso. Recomendamos entre 2 e 4 endereços IP por usuário. A capacidade total do endereço 
IP de um domínio do Studio Classic é a soma dos endereços IP disponíveis para cada sub-rede 
fornecida quando o domínio é criado. Certifique-se de que o uso estimado do endereço IP não 
exceda a capacidade suportada pelo número de sub-redes que você fornece. Além disso, o uso 
de sub-redes distribuídas em várias zonas de disponibilidade pode ajudar na disponibilidade do 
endereço IP. Para obter mais informações, consulte Dimensionamento da VPC e da sub-rede 
para IPv4.
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Note

Você pode configurar somente sub-redes com uma VPC de locação padrão em que sua 
instância é executada em hardware compartilhado. Para obter mais informações sobre o 
atributo de locação para VPCs, consulte Instâncias dedicadas.

3. Configure um ou mais grupos de segurança com regras de entrada e saída que permitam juntas 
o seguinte tráfego:

• Tráfego NFS via TCP na porta 2049 entre o domínio e o volume do Amazon EFS.

• Tráfego TCP dentro do grupo de segurança. Isso é necessário para a conectividade entre o 
JupyterServer aplicativo e os KernelGateway aplicativos. Você deve permitir o acesso pelo 
menos às portas no intervalo 8192-65535.

4. Se você quiser permitir o acesso à Internet, deverá usar um gateway NAT com acesso à 
Internet, por exemplo, por meio de um gateway da Internet.

5. Se você não quiser permitir o acesso à Internet, crie uma interface VPC endpoints (AWS 
PrivateLink) para permitir que o Studio Classic acesse os seguintes serviços com os nomes de 
serviço correspondentes. Você também deve associar os grupos de segurança da sua VPC a 
esses endpoints.

Note

Atualmente, as capacidades SageMaker geoespaciais são suportadas somente na 
região Oeste dos EUA (Oregon).

• SageMaker API: com.amazonaws.us-west-2.sagemaker.api

• SageMaker tempo de execução:com.amazonaws.us-west-2.sagemaker.runtime. 
Isso é necessário para executar notebooks Studio Classic com uma imagem SageMaker 
geoespacial.

• Amazon S3: com.amazonaws.us-west-2.s3.

• Para usar SageMaker projetos:com.amazonaws.us-west-2.servicecatalog.

• SageMaker capacidades geoespaciais: com.amazonaws.us-west-2.sagemaker-
geospatial
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Se você usa o SDK do SageMaker Python para executar trabalhos de treinamento remoto, 
também deve criar os seguintes endpoints da Amazon VPC.

• AWS Security Token Service: com.amazonaws.region.sts

• Amazon CloudWatch:com.amazonaws.region.logs. Isso é necessário para permitir que 
o SageMaker Python SDK obtenha o status do trabalho de treinamento remoto de. Amazon 
CloudWatch

Note

Para um cliente que trabalha no modo VPC, os firewalls da empresa podem causar 
problemas de conexão com o SageMaker Studio Classic ou entre o. JupyterServer 
KernelGateway Faça as seguintes verificações se você encontrar um desses problemas ao 
usar o SageMaker Studio Classic por trás de um firewall.

• Verifique se o URL do Studio Classic está na lista de permissões da sua rede.

• Verifique se as conexões do websocket não estão bloqueadas. O Jupyter usa um 
websocket nos bastidores. Se o KernelGateway aplicativo estiver InService, JupyterServer 
talvez não consiga se conectar ao KernelGateway. Você também deve ver esse problema 
ao abrir o Terminal do Sistema.

AWS KMSPermissões de uso para recursos SageMaker geoespaciais da Amazon

Você pode proteger seus dados em repouso usando criptografia para recursos SageMaker 
geoespaciais. Por padrão, ele usa criptografia do lado do servidor com uma chave de propriedade 
SageMaker geoespacial da Amazon. SageMaker os recursos geoespaciais também oferecem 
suporte à opção de criptografia do lado do servidor com uma chave KMS gerenciada pelo cliente.

Criptografia do lado do servidor com chave gerenciada SageMaker geoespacial da Amazon (padrão)

SageMaker os recursos geoespaciais criptografam todos os seus dados, incluindo resultados 
computacionais de seus trabalhos de Observação da Terra (EOJ) e trabalhos de Enriquecimento 
Vetorial (VEJ), juntamente com todos os metadados de seu serviço. Não há dados armazenados 
em recursos SageMaker geoespaciais sem criptografia. Ele usa uma chave de propriedade da AWS 
padrão para criptografar todos os seus dados.
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Criptografia do lado do servidor com chave do KMS gerenciada pelo cliente (Opcional)

SageMaker os recursos geoespaciais suportam o uso de uma chave simétrica gerenciada pelo 
cliente que você cria, possui e gerencia para adicionar uma segunda camada de criptografia sobre 
a criptografia existenteAWS. Como você tem controle total dessa camada de criptografia, você pode 
realizar tarefas como:

• Estabelecer e manter as políticas de chave

• Estabelecer e manter subsídios e políticas do IAM

• Habilitar e desabilitar políticas de chaves

• Alternar os materiais de criptografia de chaves

• Adicionar etiquetas

• Criar aliases de chaves

• Chaves de agendamento para exclusão

Para obter mais informações, consulte Chaves mestras do cliente (CMKs) no AWS Key Management 
Service Guia do desenvolvedor.

Como os recursos SageMaker geoespaciais usam subsídios em AWS KMS

SageMaker os recursos geoespaciais exigem uma concessão para usar sua chave gerenciada 
pelo cliente. Quando você cria um EOJ ou um VEJ criptografado com uma chave gerenciada pelo 
cliente, os recursos SageMaker geoespaciais criam uma concessão em seu nome enviando uma
CreateGrant solicitação para. AWS KMS As concessões AWS KMS são usadas para dar aos 
recursos SageMaker geoespaciais acesso a uma chave KMS em uma conta de cliente. É possível 
revogar o acesso à concessão, ou remover o acesso do serviço à chave gerenciada pelo cliente 
a qualquer momento. Se você fizer isso, os recursos SageMaker geoespaciais não conseguirão 
acessar nenhum dos dados criptografados pela chave gerenciada pelo cliente, o que afeta as 
operações que dependem desses dados.

Criar uma chave gerenciada pelo cliente

Você pode criar uma chave simétrica gerenciada pelo cliente usando o Console de Gerenciamento 
da AWS ou as APIs do AWS KMS.

Para criar uma chave simétrica gerenciada pelo cliente

Siga as etapas Criar chaves do KMS de criptografia simétrica no Guia do desenvolvedor do AWS 
Key Management Service.
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Política de chave

As políticas de chaves controlam o acesso à chave gerenciada pelo seu cliente. Cada chave 
gerenciada pelo cliente deve ter exatamente uma política de chaves, que contém declarações que 
determinam quem pode usar a chave e como pode usá-la. Ao criar a chave gerenciada pelo cliente, 
você pode especificar uma política de chaves. Para obter mais informações, consulte Determinar o 
acesso às chaves do AWS KMS no Guia do desenvolvedor do AWS Key Management Service.

Para usar sua chave gerenciada pelo cliente com seus recursos de recursos SageMaker 
geoespaciais, as seguintes operações de API devem ser permitidas na política de chaves. O 
principal para essas operações deve ser a função de execução que você fornece na solicitação de 
recursos SageMaker geoespaciais. SageMaker os recursos geoespaciais pressupõem a função de 
execução fornecida na solicitação para realizar essas operações do KMS.

• kms:CreateGrant

• kms:GenerateDataKey

• kms:Decrypt

• kms:GenerateDataKeyWithoutPlaintext

A seguir estão exemplos de declarações de política que você pode adicionar para recursos 
SageMaker geoespaciais:

CreateGrant

"Statement" : [  
    { 
      "Sid" : "Allow access to Amazon SageMaker geospatial capabilities", 
      "Effect" : "Allow", 
      "Principal" : { 
        "AWS" : "<Customer provided Execution Role ARN>" 
      }, 
      "Action" : [  
          "kms:CreateGrant", 
           "kms:Decrypt", 
           "kms:GenerateDataKey", 
           "kms:GenerateDataKeyWithoutPlaintext" 
      ], 
      "Resource" : "*", 
    }, 
 ]

Segurança e permissões 1197

https://docs.aws.amazon.com/kms/latest/developerguide/determining-access.html
https://docs.aws.amazon.com/kms/latest/developerguide/determining-access.html
https://docs.aws.amazon.com/kms/latest/APIReference/API_CreateGrant.html


Amazon SageMaker Guia do Desenvolvedor

Para obter mais informações sobre como especificar permissões em uma política, consulte
Permissões do AWS KMS no Guia do Desenvolvedor doAWS Key Management Service. Para obter 
mais informações sobre solução de problemas, consulte Solucionar problemas de acesso à chave no
Guia do desenvolvedor do AWS Key Management Service.

Se sua política de chaves não tiver sua conta raiz como administrador de chaves, você precisará 
adicionar as mesmas permissões do KMS no ARN do seu perfil de execução. Aqui está um exemplo 
de política que você pode adicionar ao perfil de execução:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "kms:CreateGrant", 
                "kms:Decrypt", 
                "kms:GenerateDataKey", 
                "kms:GenerateDataKeyWithoutPlaintext" 
            ], 
            "Resource": [ 
              "<KMS key Arn>" 
            ], 
            "Effect": "Allow" 
        } 
    ]
}

Monitorando suas chaves de criptografia para recursos SageMaker geoespaciais

Ao usar uma chave gerenciada pelo AWS KMS cliente com seus recursos de capacidades 
SageMaker geoespaciais, você pode usar AWS CloudTrail o Amazon CloudWatch Logs para rastrear 
as solicitações que a SageMaker geospatial envia para. AWS KMS

Selecione uma guia na tabela a seguir para ver exemplos de AWS CloudTrail eventos para 
monitorar operações do KMS chamados por recursos SageMaker geoespaciais para acessar dados 
criptografados pela chave gerenciada pelo cliente.

CreateGrant

{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
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        "type": "AssumedRole", 
        "principalId": "AROAIGDTESTANDEXAMPLE:SageMaker-Geospatial-StartEOJ-
KMSAccess", 
        "arn": "arn:aws:sts::111122223333:assumed-role/
SageMakerGeospatialCustomerRole/SageMaker-Geospatial-StartEOJ-KMSAccess", 
        "accountId": "111122223333", 
        "accessKeyId": "AKIAIOSFODNN7EXAMPLE3", 
        "sessionContext": { 
            "sessionIssuer": { 
                "type": "Role", 
                "principalId": "AKIAIOSFODNN7EXAMPLE3", 
                "arn": "arn:aws:sts::111122223333:assumed-role/
SageMakerGeospatialCustomerRole", 
                "accountId": "111122223333", 
                "userName": "SageMakerGeospatialCustomerRole" 
            }, 
            "webIdFederationData": {}, 
            "attributes": { 
                "creationDate": "2023-03-17T18:02:06Z", 
                "mfaAuthenticated": "false" 
            } 
        }, 
        "invokedBy": "arn:aws:iam::111122223333:root" 
    }, 
    "eventTime": "2023-03-17T18:02:06Z", 
    "eventSource": "kms.amazonaws.com", 
    "eventName": "CreateGrant", 
    "awsRegion": "us-west-2", 
    "sourceIPAddress": "172.12.34.56", 
    "userAgent": "ExampleDesktop/1.0 (V1; OS)", 
    "requestParameters": { 
        "retiringPrincipal": "sagemaker-geospatial.us-west-2.amazonaws.com", 
        "keyId": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE", 
        "operations": [ 
            "Decrypt" 
        ], 
        "granteePrincipal": "sagemaker-geospatial.us-west-2.amazonaws.com" 
    }, 
    "responseElements": { 
        "grantId": 
 "0ab0ac0d0b000f00ea00cc0a0e00fc00bce000c000f0000000c0bc0a0000aaafSAMPLE", 
        "keyId": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
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    }, 
    "requestID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "eventID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "readOnly": false, 
    "resources": [ 
        { 
            "accountId": "111122223333", 
            "type": "AWS::KMS::Key", 
            "ARN": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": true, 
    "recipientAccountId": "111122223333", 
    "eventCategory": "Management"
}

GenerateDataKey

{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "AWSService", 
        "invokedBy": "sagemaker-geospatial.amazonaws.com" 
    }, 
    "eventTime": "2023-03-24T00:29:45Z", 
    "eventSource": "kms.amazonaws.com", 
    "eventName": "GenerateDataKey", 
    "awsRegion": "us-west-2", 
    "sourceIPAddress": "sagemaker-geospatial.amazonaws.com", 
    "userAgent": "sagemaker-geospatial.amazonaws.com", 
    "requestParameters": { 
        "encryptionContext": { 
            "aws:s3:arn": "arn:aws:s3:::axis-earth-observation-
job-378778860802/111122223333/napy9eintp64/output/
consolidated/32PPR/2022-01-04T09:58:03Z/S2B_32PPR_20220104_0_L2A_msavi.tif" 
        }, 
        "keyId": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE", 
        "keySpec": "AES_256" 
    }, 
    "responseElements": null, 
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    "requestID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "eventID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "readOnly": true, 
    "resources": [ 
        { 
            "accountId": "111122223333", 
            "type": "AWS::KMS::Key", 
            "ARN": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": true, 
    "recipientAccountId": "111122223333", 
    "eventCategory": "Management"
}

Decrypt

{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "AWSService", 
        "invokedBy": "sagemaker-geospatial.amazonaws.com" 
    }, 
    "eventTime": "2023-03-28T22:04:24Z", 
    "eventSource": "kms.amazonaws.com", 
    "eventName": "Decrypt", 
    "awsRegion": "us-west-2", 
    "sourceIPAddress": "sagemaker-geospatial.amazonaws.com", 
    "userAgent": "sagemaker-geospatial.amazonaws.com", 
    "requestParameters": { 
        "encryptionAlgorithm": "SYMMETRIC_DEFAULT", 
        "encryptionContext": { 
            "aws:s3:arn": "arn:aws:s3:::axis-earth-observation-
job-378778860802/111122223333/napy9eintp64/output/
consolidated/32PPR/2022-01-04T09:58:03Z/S2B_32PPR_20220104_0_L2A_msavi.tif" 
        }, 
    }, 
    "responseElements": null, 
    "requestID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "eventID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "readOnly": true, 
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    "resources": [ 
        { 
            "accountId": "111122223333", 
            "type": "AWS::KMS::Key", 
            "ARN": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": true, 
    "recipientAccountId": "111122223333", 
    "eventCategory": "Management"
}

GenerateDataKeyWithoutPlainText

{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "AssumedRole", 
        "principalId": "AROAIGDTESTANDEXAMPLE:SageMaker-Geospatial-StartEOJ-
KMSAccess", 
        "arn": "arn:aws:sts::111122223333:assumed-role/
SageMakerGeospatialCustomerRole/SageMaker-Geospatial-StartEOJ-KMSAccess", 
        "accountId": "111122223333", 
        "accessKeyId": "AKIAIOSFODNN7EXAMPLE3", 
        "sessionContext": { 
            "sessionIssuer": { 
                "type": "Role", 
                "principalId": "AKIAIOSFODNN7EXAMPLE3", 
                "arn": "arn:aws:sts::111122223333:assumed-role/
SageMakerGeospatialCustomerRole", 
                "accountId": "111122223333", 
                "userName": "SageMakerGeospatialCustomerRole" 
            }, 
            "webIdFederationData": {}, 
            "attributes": { 
                "creationDate": "2023-03-17T18:02:06Z", 
                "mfaAuthenticated": "false" 
            } 
        }, 
        "invokedBy": "arn:aws:iam::111122223333:root" 
    }, 
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    "eventTime": "2023-03-28T22:09:16Z", 
    "eventSource": "kms.amazonaws.com", 
    "eventName": "GenerateDataKeyWithoutPlaintext", 
    "awsRegion": "us-west-2", 
    "sourceIPAddress": "172.12.34.56", 
    "userAgent": "ExampleDesktop/1.0 (V1; OS)", 
    "requestParameters": { 
        "keySpec": "AES_256", 
        "keyId": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
    }, 
    "responseElements": null, 
    "requestID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "eventID": "ff000af-00eb-00ce-0e00-ea000fb0fba0SAMPLE", 
    "readOnly": true, 
    "resources": [ 
        { 
            "accountId": "111122223333", 
            "type": "AWS::KMS::Key", 
            "ARN": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-123456SAMPLE" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": true, 
    "recipientAccountId": "111122223333", 
    "eventCategory": "Management"
}

Tipos de instâncias de computação

SageMaker os recursos geoespaciais oferecem três tipos de instâncias computacionais.

• SageMaker Instâncias de notebooks geoespaciais do Studio Classic — o SageMaker geospatial 
oferece suporte a instâncias de notebook baseadas em CPU e GPU no Studio Classic. As 
instâncias do caderno são usadas para criar, treinar e implantar modelos de ML. Para obter uma 
lista dos tipos de instância de caderno disponíveis que funcionam com a imagem geoespacial, 
consulte Tipos de instância de caderno compatíveis.

• SageMaker instâncias de trabalhos geoespaciais — Execute trabalhos de processamento para 
transformar dados de imagens de satélite.
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• SageMaker tipos de inferência de modelos geoespaciais — Faça previsões usando modelos de 
ML pré-treinados em imagens de satélite.

O tipo de instância é determinado pelas operações que você executa.

A tabela a seguir mostra as operações SageMaker geoespaciais específicas e os tipos de instância 
disponíveis que você pode usar.

Operações Instância

Estatísticas temporais ml.geospatial.jobs

Estatísticas zonais ml.geospatial.jobs

Reamostragem ml.geospatial.jobs

Geomosaico ml.geospatial.jobs

Empilhamento de bandas ml.geospatial.jobs

Matemática da banda ml.geospatial.jobs

Remoção de nuvem com Landsat8 ml.geospatial.jobs

Remoção de nuvem com o Sentinel-2 ml.geospatial.models

Mascaramento de nuvem ml.geospatial.models

Segmentação da cobertura do solo ml.geospatial.models

SageMaker tipos de instância de notebook com suporte geoespacial

SageMaker O geospatial oferece suporte a instâncias de notebook baseadas em CPU e GPU no 
Studio Classic. Se, ao iniciar uma instância de notebook habilitada para GPU, você receber um 
ResourceLimitExceedederro, precisará solicitar um aumento de cota. Para iniciar uma solicitação 
de aumento da cota Service Quotas, consulte Solicitar um aumento de cota no Guia do usuário do 
Service Quotas.
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Tipos de instância de notebook Studio Classic compatíveis

Nome Tipo de instância

ml.geospatial.interactive CPU

ml.g5.xlarge GPU

ml.g5.2xlarge GPU

ml.g5.4xlarge GPU

ml.g5.8xlarge GPU

ml.g5.16xlarge GPU

ml.g5.12xlarge GPU

ml.g5.24xlarge GPU

ml.g5.48xlarge GPU

Taxas diferentes são cobradas para cada tipo de instância de computação que você usa. Para obter 
mais informações sobre preços, consulte Geospatial ML with Amazon SageMaker.

SageMaker bibliotecas geoespaciais

O tipo de instância SageMaker  geoespacial específico ml.geospatial.interactive contém as 
seguintes bibliotecas Python.

Bibliotecas geoespaciais disponíveis no tipo de instância geoespacial

Nome da biblioteca Versão disponível

numpy 1.23.4

scipy 1.11.2

pandas 1.4.4

gdal 3.2.2
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Nome da biblioteca Versão disponível

fiona 1.8.22

geopandas 0.11.1

shapely 1.8.4

seaborn 0.11.2

notebook 1.8.22

scikit-image 0.11.2

rasterio 6.4.12

scikit-learn 0.19.2

ipyleaflet 1.0.1

rtree 0.17.2

opencv 4.6.0.66

supy 2022.4.7

SNAP toolbox 9.0

cdsapi 0.6.1

arosics 1.8.1

rasterstats 0.18.0

rioxarray 0.14.1

pyroSAR 0.20.0

eo-learn 1.4.1

deepforest 1.2.7
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Nome da biblioteca Versão disponível

scrapy 2.8.0

netCDF4 1.6.3

xarray[complete] 0.20.1

Orfeotoolbox OTB-8.1.1

pytorch 2.0.1

pytorch-cuda 11.8

torchvision 0.15.2

torchaudio 2.0.2

pytorch-lightning 2.0.6

tensorflow 2.13.0

Coleções de dados

A Amazon SageMaker Geospatial oferece suporte às seguintes coleções de dados raster. Das 
seguintes coleções de dados, você pode usar as USGS Landsat coleções de GeoTIFF dados 
Sentinel-2 otimizadas para nuvem ao iniciar um Earth Observation Job (EOJ). Para saber mais sobre 
EOJs, consulte Trabalhos de observação da terra.

• Copernicus Digital Elevation Model (DEM)— GLO-30

• Copernicus Digital Elevation Model (DEM)— GLO-90

• Sentinel-2 Cloud-Optimized GeoTIFFs

• Sentinel-1

• National Agriculture Imagery Program (NAIP) no AWS

• USGS Landsat 8

Para encontrar uma lista das coleções de dados raster disponíveis em sua Regiões da AWS, use a
ListRasterDataCollections. Na resposta da ListRasterDataCollections, você obterá 
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um objeto RasterDataCollectionMetadata que contém detalhes sobre as coleções de dados 
raster disponíveis.

Example Exemplo – Chamar a API ListRasterDataCollections usando o AWS SDK for Python 
(Boto3)

Ao usar o SDK para Python ( SageMaker Boto3) e geoespacial, você deve criar um cliente 
geoespacial,. geospatial_client Use o seguinte trecho Python para fazer uma chamada para a 
API list_raster_data_collections:

import boto3
import sagemaker
import sagemaker_geospatial_map
import json  

## SageMaker Geospatial Capabilities is currently only avaialable in US-WEST-2   
session = boto3.Session(region_name='us-west-2')
execution_role = sagemaker.get_execution_role()

## Creates a SageMaker Geospatial client instance  
geospatial_client = session.client(service_name="sagemaker-geospatial")

# Creates a resusable Paginator for the list_raster_data_collections API operation  
paginator = geospatial_client.get_paginator("list_raster_data_collections")

# Create a PageIterator from the Paginator
page_iterator = paginator.paginate()

# Use the iterator to iterate throught the results of list_raster_data_collections
results = []
for page in page_iterator: 
 results.append(page['RasterDataCollectionSummaries'])

print (results)

Na resposta JSON, você receberá a seguinte informação, que foi truncada para maior clareza:

{ 
    "Arn": "arn:aws:sagemaker-geospatial:us-west-2:555555555555:raster-data-collection/
public/dxxbpqwvu9041ny8", 
    "Description": "Copernicus DEM is a Digital Surface Model which represents the 
 surface of the Earth including buildings, infrastructure, and vegetation. GLO-30 is 
 instance of Copernicus DEM that provides limited worldwide coverage at 30 meters.", 
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    "DescriptionPageUrl": "https://registry.opendata.aws/copernicus-dem/", 
    "Name": "Copernicus DEM GLO-30", 
    "Tags": {}, 
    "Type": "PUBLIC"
}

Informações da banda de imagem das coleções Sentinel-2 de dados USGS Landsat e

As informações da banda de imagem das coleções de dados USGS Landsat 8 e Sentinel-2 são 
fornecidas na tabela a seguir.

USGS Landsat

Nome da 
banda

Faixa de 
comprimento 
de onda (nm)

Unidades Intervalo 
válido

Valor de 
preenchim 
ento

Resolução 
espacial

costeiro 435 - 451 Sem unidade 1 - 6545 0 (Sem 
dados)

30 m

azul 452 - 512 Sem unidade 1 - 6545 0 (Sem 
dados)

30 m

verde 533 - 590 Sem unidade 1 - 6545 0 (Sem 
dados)

30 m

vermelho 636 - 673 Sem unidade 1 - 6545 0 (Sem 
dados)

30 m

nir 851 - 879 Sem unidade 1 - 6545 0 (Sem 
dados)

30 m

swir16 1566 - 1651 Sem unidade 1 - 6545 0 (Sem 
dados)

30 m

swir22 2017 - 2294 Sem unidade 1 - 6545 0 (Sem 
dados)

30 m

qa_aerossol N/D Índice de bits 0 - 255 1 30 m

qa_pixel N/D Índice de bits 1 - 6545 1 (bit 0) 30 m
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Nome da 
banda

Faixa de 
comprimento 
de onda (nm)

Unidades Intervalo 
válido

Valor de 
preenchim 
ento

Resolução 
espacial

qa_radsat N/D Índice de bits 1 - 6545 N/D 30 m

t 1060 - 11190 Kelvin 
dimension 
ado

1 - 6545 0 (Sem 
dados)

30 m 
(dimensio 
nado a partir 
de 100 m)

atran N/D Sem unidade 0 - 10000 -9999 (Sem 
dados)

30 m

cdist N/D Quilômetros 0 - 24000 -9999 (Sem 
dados)

30 m

drad N/D W/(m^2 sr 
µm)/DN

0 - 28000 -9999 (Sem 
dados)

30 m

urad N/D W/(m^2 sr 
µm)/DN

0 - 28000 -9999 (Sem 
dados)

30 m

trad N/D W/(m^2 sr 
µm)/DN

0 - 28000 -9999 (Sem 
dados)

30 m

emis N/D Coeficiente 
de emissivid 
ade

1 - 10000 -9999 (Sem 
dados)

30 m

emsd N/D Coeficiente 
de emissivid 
ade

1 - 10000 -9999 (Sem 
dados)

30 m

Coleções de dados 1210



Amazon SageMaker Guia do Desenvolvedor

Sentinel-2

Nome da 
banda

Faixa de 
comprimento 
de onda (nm)

Escala Intervalo 
válido

Valor de 
preenchim 
ento

Resolução 
espacial

costeiro 443 0,0001 N/D 0 (Sem 
dados)

60 m

azul 490 0,0001 N/D 0 (Sem 
dados)

10 m

verde 560 0,0001 N/D 0 (Sem 
dados)

10 m

vermelho 665 0,0001 N/D 0 (Sem 
dados)

10 m

rededge1 705 0,0001 N/D 0 (Sem 
dados)

20 m

rededge2 740 0,0001 N/D 0 (Sem 
dados)

20 m

rededge3 783 0,0001 N/D 0 (Sem 
dados)

20 m

nir 842 0,0001 N/D 0 (Sem 
dados)

10 m

nir08 865 0,0001 N/D 0 (Sem 
dados)

20 m

nir08 865 0,0001 N/D 0 (Sem 
dados)

20 m

nir09 940 0,0001 N/D 0 (Sem 
dados)

60 m
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Nome da 
banda

Faixa de 
comprimento 
de onda (nm)

Escala Intervalo 
válido

Valor de 
preenchim 
ento

Resolução 
espacial

swir16 1610 0,0001 N/D 0 (Sem 
dados)

20 m

swir22 2190 0,0001 N/D 0 (Sem 
dados)

20 m

aot Espessura 
óptica do 
aerossol

0.001 N/D 0 (Sem 
dados)

10 m

wvp Vapor de 
água médio 
da cena

0.001 N/D 0 (Sem 
dados)

10 m

scl Dados de 
classificação 
de cena

N/D 1 a 11 0 (Sem 
dados)

20 m

RStudio no Amazon SageMaker

O RStudio é um ambiente de desenvolvimento integrado para R, com um console, editor de 
destaque de sintaxe que suporta execução direta de código e ferramentas para plotagem, histórico, 
depuração e gerenciamento do workspace. O Amazon SageMaker oferece suporte ao RStudio como 
um ambiente de desenvolvimento integrado (IDE) totalmente gerenciado e integrado ao domínio 
do Amazon SageMaker por meio do Posit Workbench. Para obter mais informações sobre o Posit 
Workbench, consulte o site do Posit.

O RStudio permite que os clientes criem insights de ciência de dados usando um ambiente R. Com 
a integração do RStudio, você pode iniciar um ambiente do RStudio no domínio para executar seus 
fluxos de trabalho do RStudio nos recursos do SageMaker.

O SageMaker integra o RStudio por meio da criação de um aplicativo RStudioServerPro.

Os itens a seguir têm o suporte do RStudio on SageMaker.
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• Os desenvolvedores de R usam a interface RStudio IDE com ferramentas de desenvolvedor 
populares do ecossistema R. Os usuários podem iniciar novas sessões do RStudio, escrever 
código R, instalar dependências do Gerenciador de Pacotes do RStudio e publicar aplicativos 
Shiny usando o RStudio Connect.

• Os desenvolvedores de R podem escalar rapidamente os recursos de computação subjacentes 
para executar processamento de dados e análises estatísticas em grande escala. 

• Os administradores da plataforma podem configurar identidades do usuário, autorização, rede, 
armazenamento e segurança para suas equipes de ciência de dados por meio de integração 
AWS IAM Identity Center e AWS Identity and Access Management. Isso inclui a conexão para 
recursos privados da Amazon Virtual Private Cloud (Amazon VPC) e o modo sem internet com 
AWS PrivateLink.

• Integração com AWS License Manager.

Para obter informações sobre as etapas de integração para criar um domínio com o RStudio ativado, 
consulte Visão geral SageMaker do Amazon Domain.

Disponibilidade de regiões

A tabela a seguir fornece informações sobre as quais Regiões da AWS o RStudio on SageMaker é 
suportado.

Nome da região Região

Leste dos EUA (Ohio) us-east-2

Leste dos EUA (N. da Virgínia) us-east-1

Oeste dos EUA (N. da Califórnia) us-west-1

Oeste dos EUA (Oregon) us-west-2

Ásia-Pacífico (Mumbai) ap-south-1

Ásia-Pacífico (Seul) ap-northeast-2

Ásia-Pacífico (Singapura) ap-southeast-1

Ásia-Pacífico (Sydney) ap-southeast-2
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Nome da região Região

Ásia-Pacífico (Tóquio) ap-northeast-1

Canadá (Central) ca-central-1

Europa (Frankfurt) eu-central-1

Europa (Irlanda) eu-west-1

Europa (Londres) eu-west-2

Europa (Paris) eu-west-3

Europa (Estocolmo) eu-north-1

América do Sul (São Paulo) sa-east-1

Componentes do RStudio

• RStudioServerPro: O aplicativo RStudioServerPro é um aplicativo multiusuário, um recurso 
compartilhado entre todos os perfis de usuário no Domínio. Depois que um aplicativo RStudio é 
criado em um domínio, o administrador pode conceder permissões aos usuários no domínio. 

• Usuário do RStudio: os usuários do RStudio são usuários do domínio em que estão autorizados a 
usar a licença do RStudio.

• Administrador do RStudio: um administrador do RStudio no Amazon SageMaker pode acessar 
o painel de administrador do RStudio. Os administradores do RStudio no Amazon SageMaker 
diferem dos administradores “normais” do Posit Workbench porque eles não têm acesso raiz 
à instância em execução do aplicativo RStudioServerPro e não podem modificar o arquivo de 
configuração do RStudio.

• Servidor RStudio: A instância de servidor do RStudio é responsável por fornecer a interface do 
usuário do RStudio a todos os usuários autorizados. Essa instância é executada em uma instância 
do Amazon SageMaker.

• RSession: Uma RSession é uma interface baseada em navegador para o IDE do RStudio em 
execução em uma instância do Amazon SageMaker. Os usuários podem criar e interagir com seus 
projetos do RStudio por meio do RSession.

• RSessionGateway: O aplicativo RSessionGateway é usado para oferecer suporte a um RSession.
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• Painel administrativo do RStudio: esse painel fornece informações sobre os usuários do RStudio 
no domínio do Amazon SageMaker e suas sessões. Esse painel só pode ser acessado por 
usuários que tenham autorização de administrador do RStudio.

Diferenças do Posit Workbench

O RStudio no Amazon SageMaker tem algumas diferenças significativas em relação ao Posit 
Workbench.

• Ao usar o RStudio on SageMaker, os usuários não têm acesso aos arquivos de configuração 
do RStudio. O Amazon SageMaker gerencia o arquivo de configuração e define padrões. Você 
pode modificar as URLs do RStudio Connect e do Gerenciador de Pacotes do RStudio Package 
Manager ao criar seu domínio Amazon SageMaker habilitado para o RStudio.

• Atualmente, o compartilhamento de projetos, a colaboração em tempo real e o Inicializador de 
Tarefas não são compatíveis com o uso do RStudio no Amazon SageMaker.

• Ao usar o RStudio on SageMaker, o RStudio IDE é executado em instâncias do Amazon 
SageMaker para recursos de computação estruturados em contêiner sob demanda.

• O RStudio on SageMaker suporta somente o IDE do RStudio e não oferece suporte a outros IDEs 
suportados por uma instalação do Posit Workbench.

• O RStudio no SageMaker suporta somente a versão do RStudio especificada em Atualize a versão 
do RStudio.

Gerencie o RStudio no Amazon SageMaker

Os tópicos a seguir fornecem informações sobre o gerenciamento do RStudio no Amazon 
SageMaker. Isso inclui informações sobre a configuração do seu ambiente RStudio, sessões de 
usuário e recursos necessários. Para obter informações sobre como usar o RStudio no SageMaker, 
consulte Use o RStudio no Amazon SageMaker.

Para obter informações sobre como criar um domínio do Amazon SageMaker com o RStudio 
habilitado, consulte Visão geral SageMaker do Amazon Domain. 

Para obter informações sobre as regiões AWS nas quais o RStudio no SageMaker é suportado, 
consulte Regiões e cotas compatíveis. 

Tópicos

• Licença do RStudio
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• Atualize a versão do RStudio

• Rede e armazenamento

• Tipo de StudioServerPro instância R

• URL do RStudio Connect

• Gerenciador de pacotes do RStudio

• Crie um domínio do Amazon SageMaker com o RStudio usando o AWS CLI

• Adicionar suporte do RStudio a um domínio existente

• Traga sua própria imagem para o RStudio no SageMaker

• Gerenciar usuários

• Painel do administrador do RStudio

• Desligue e reinicie o RStudio

• Gerencie Faturamento e custos

• Diagnostique problemas e obtenha suporte

Licença do RStudio

O RStudio no Amazon SageMaker é um produto pago e exige que cada usuário seja devidamente 
licenciado. As licenças para o RStudio no Amazon SageMaker podem ser obtidas diretamente do 
RStudio PBC ou comprando uma assinatura do Posit Workbench no Marketplace AWS. Para clientes 
existentes do Posit Workbench Enterprise, as licenças são emitidas sem custo adicional.

Para usar uma licença do RStudio com o Amazon SageMaker, você deve primeiro ter uma licença 
válida do RStudio registrada no AWS License Manager As assinaturas do Posit Workbench no AWS 
Marketplace acionam automaticamente a criação de licenças com AWS License Manager. Para 
licenças adquiridas diretamente por meio do Rstudio PBC, deverá ser criada uma concessão de 
licenças para a sua conta AWS. Entre em contato com o RStudio para compras diretas de licenças 
ou para habilitar licenças existentes. AWS License Manager Para obter mais informações sobre 
como registrar uma licença comAWS License Manager, consulte Licenças emitidas pelo vendedor 
em AWS License Manager.

Os tópicos a seguir mostram como adquirir e validar uma licença concedida pelo RStudio PBC.

Obtenha uma licença do RStudio

1. Se você não tiver uma licença do RStudio, poderá comprá-la diretamente no AWS Marketplace 
ou no RStudio PBC.
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• Para comprar uma assinatura noAWS Marketplace, conclua as etapas em Assinatura de um 
produto AMI com oferta pública de preços contratuais pesquisando Posit Workbench.

• Para comprar diretamente do RStudio PBC, acesse os preços do RStudio ou entre em contato 
com sales@rstudio.com. Ao comprar ou atualizar uma licença do RStudio, você deve fornecer 
a conta AWS que hospedará seu domínio do Amazon SageMaker.

Se você já tiver uma licença do RStudio, entre em contato com seu representante de vendas 
do RStudio ou envie um e-mail para sales@rstudio.com para adicionar o RStudio no Amazon 
SageMaker à sua licença atual do Posit Workbench Enterprise ou para converter sua licença do 
Posit Workbench Standard. O representante de vendas da RStudio enviará a você o respectivo 
formulário de pedido eletrônico.

2. O RStudio concede uma licença do Posit Workbench para sua conta AWS por meio de AWS 
License Manager na região Leste dos EUA (Norte da Virgínia). Embora a licença do RStudio 
seja concedida na região Leste dos EUA (Norte da Virgínia), sua licença pode ser consumida 
em qualquer região AWS na qual o RStudio no Amazon SageMaker seja suportado. Você pode 
esperar que o processo de concessão da licença seja concluído em até três dias úteis após 
compartilhar o ID da sua conta AWS com o RStudio.

3. Quando essa licença for concedida, você receberá um e-mail do seu representante de vendas 
do RStudio com instruções para aceitar a concessão da licença.

Valide sua licença do RStudio para ser usada com o Amazon SageMaker

1. Faça login no console AWS License Manager na mesma região do domínio do Amazon 
SageMaker. Se você estiver usando AWS License Manager pela primeira vez, AWS License 
Manager solicita que você conceda permissão de uso de AWS License Manager.

2. Selecione Começar a usar o Gerenciador de licenças AWS.

3. Selecione I grant AWS License Manager the required permissions e, em seguida,
Conceder permissões.

4. Navegue até Licenças concedidas no painel esquerdo.

5. Selecione a concessão da licença com RSW-SageMaker como Product name e selecione
Visualizar.

6. Na página de detalhes da licença, selecione Aceitar e ativar a licença.

Painel administrativo do RStudio
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Você pode usar o painel administrativo do RStudio para ver o número de usuários na licença 
seguindo as etapas em Painel do administrador do RStudio.

Atualize a versão do RStudio

Este guia fornece informações sobre a atualização da versão 2023.03.2-454.pro2 do RStudio 
on SageMaker. A partir de 27 de junho de 2023, novos domínios com suporte ao RStudio são 
criados com Posit Workbench versão 2023.03.2-454.pro2. Isso se aplica aos aplicativos
RStudioServerPro e aos aplicativos padrão RSessionGateway.

Durante o período de carência até 31 de agosto de 2023, você pode testar a versão mais recente em 
seus domínios existentes. Durante esse período, os domínios existentes continuam usando a versão
2022.02.2-485.pro2 anterior por padrão. Para alterar essa versão padrão, recrie o aplicativo
RStudioServerPro e siga as etapas em Atualizando para a nova versão. Depois de 31 de agosto 
de 2023, todos os domínios existentes iniciam automaticamente os aplicativos RStudioServerPro
e RSessionGateway com versão 2023.03.2-454.pro2.

As seções a seguir fornecem informações sobre a versão 2023.03.2-454.pro2 e como testar a 
versão mais recente.

Atualizações da versão mais recente

A versão mais recente do RStudio é 2023.03.2-454.pro2. Essa versão inclui as seguintes 
alterações:

• Suporte adicionado para RTools 4.3

• Adicionado suporte para R 4.3.

• Quarto atualizado para 1.2.335

• Gerenciador de sessões aprimorado

Para obter mais informações sobre as alterações nessa liberação, consulte https://docs.posit.co/ide/ 
news/.

Versionamento

Atualmente, há duas versões do Posit Workbench com suporte no SageMaker.

• Versão mais recente com suporte: 2023.03.2-454.pro2

• Versão anterior com suporte: 2022.02.2-485.pro2
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Durante o período de carência, a versão padrão Posit Workbench selecionada pelo SageMaker 
depende da data de criação do domínio.

• Para domínios criados após 27 de junho de 2023 (domínios recém-criados), a versão
2023.03.2-454.pro2 é a versão padrão selecionada.

• Para domínios criados antes de 27 de junho de 2023 (domínios existentes), a versão
2022.02.2-485.pro2 é a versão padrão selecionada. Você pode atualizar seus domínios para a 
versão mais recente (2023.03.2-454.pro2) configurando-a como a versão padrão do domínio. 
Para obter mais informações, consulte Atualizando para a nova versão.

Note

A versão padrão do aplicativo RSessionGateway corresponde à versão atual do aplicativo
RStudioServerPro.

A tabela a seguir lista a ARN da imagem para ambas as versões de cada Região da AWS. Essas 
ARNs são aprovadas como parte de um comando update-domain para definir a versão desejada.

Region ARN da imagem 2022.02.2 
-485.pro2

ARN da imagem 2023.03.2 
-454.pro2

us-east-1 arn:aws:sagemaker:us-east-1 
:081325390199:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:us-east-1 
:081325390199:image/rstudio-
workbench-2023.03

us-east-2 arn:aws:sagemaker:us-east-2 
:429704687514:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:us-east-2 
:429704687514:image/rstudio-
workbench-2023.03

us-west-1 arn:aws:sagemaker:us-west-1 
:742091327244:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:us-west-1 
:742091327244:image/rstudio-
workbench-2023.03

us-west-2 arn:aws:sagemaker:us-west-2 
:236514542706:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:us-west-2 
:236514542706:image/rstudio-
workbench-2023.03
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af-south-1 arn:aws:sagemaker:af-south- 
1:559312083959:image/rstudi 
o-workbench-2021.08

arn:aws:sagemaker:af-south- 
1:559312083959:image/rstudi 
o-workbench-2023.03

ap-east-1 arn:aws:sagemaker:ap-east-1 
:493642496378:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:ap-east-1 
:493642496378:image/rstudio-
workbench-2023.03

ap-south-1 arn:aws:sagemaker:ap-south- 
1:394103062818:image/rstudi 
o-workbench-2021.08

arn:aws:sagemaker:ap-south- 
1:394103062818:image/rstudi 
o-workbench-2023.03

ap-northeast-2 arn:aws:sagemaker:ap-northe 
ast-2:806072073708:image/rs 
tudio-workbench-2021.08

arn:aws:sagemaker:ap-northe 
ast-2:806072073708:image/rs 
tudio-workbench-2023.03

ap-southeast-1 arn:aws:sagemaker:ap-southe 
ast-1:492261229750:image/rs 
tudio-workbench-2021.08

arn:aws:sagemaker:ap-southe 
ast-1:492261229750:image/rs 
tudio-workbench-2023.03

ap-southeast-2 arn:aws:sagemaker:ap-southe 
ast-2:452832661640:image/rs 
tudio-workbench-2021.08

arn:aws:sagemaker:ap-southe 
ast-2:452832661640:image/rs 
tudio-workbench-2023.03

ap-northeast-1 arn:aws:sagemaker:ap-northe 
ast-1:102112518831:image/rs 
tudio-workbench-2021.08

arn:aws:sagemaker:ap-northe 
ast-1:102112518831:image/rs 
tudio-workbench-2023.03

ca-central-1 arn:aws:sagemaker:ca-centra 
l-1:310906938811:image/rstu 
dio-workbench-2021.08

arn:aws:sagemaker:ca-centra 
l-1:310906938811:image/rstu 
dio-workbench-2023.03

eu-central-1 arn:aws:sagemaker:eu-centra 
l-1:936697816551:image/rstu 
dio-workbench-2021.08

arn:aws:sagemaker:eu-centra 
l-1:936697816551:image/rstu 
dio-workbench-2023.03

eu-west-1 arn:aws:sagemaker:eu-west-1 
:470317259841:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:eu-west-1 
:470317259841:image/rstudio-
workbench-2023.03
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eu-west-2 arn:aws:sagemaker:eu-west-2 
:712779665605:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:eu-west-2 
:712779665605:image/rstudio-
workbench-2023.03

eu-west-3 arn:aws:sagemaker:eu-west-3 
:615547856133:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:eu-west-3 
:615547856133:image/rstudio-
workbench-2023.03

eu-north-1 arn:aws:sagemaker:eu-north- 
1:243637512696:image/rstudi 
o-workbench-2021.08

arn:aws:sagemaker:eu-north- 
1:243637512696:image/rstudi 
o-workbench-2023.03

eu-south-1 arn:aws:sagemaker:eu-south- 
1:592751261982:image/rstudi 
o-workbench-2021.08

arn:aws:sagemaker:eu-south- 
1:592751261982:image/rstudi 
o-workbench-2023.03

sa-east-1 arn:aws:sagemaker:sa-east-1 
:782484402741:image/rstudio-
workbench-2021.08

arn:aws:sagemaker:sa-east-1 
:782484402741:image/rstudio-
workbench-2023.03

Atualizando para a nova versão

Os domínios existentes continuam usando a versão 2022.02.2-485.pro2 durante o período de 
carência. Durante o período de carência, você pode usar a versão 2023.03.2-454.pro2 mais 
recente de duas maneiras:

• Criar um novo domínio a partir do AWS CLI com o RStudio ativado.

• Atualizar um domínio existente para usar a versão 2023.03.2-454.pro2.

O procedimento a seguir mostra como excluir o aplicativo RStudio de um domínio existente, 
configurar a versão padrão como 2023.03.2-454.pro2 e criar um aplicativo RStudio. Esse 
procedimento é um requisito somente durante o período de carência.

1. Exclua o aplicativo RStudioServerPro e todos os aplicativos RSessionGateway associados 
ao seu domínio existente. Para obter informações sobre como encontrar sua ID do domínio, 
consulte Exibir Domínios. Para mais informações sobre como excluir aplicativos, consulte
Desligue e reinicie o RStudio.
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aws sagemaker delete-app \ 
    --region region \ 
    --domain-id domainId \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

2. Atualize o domínio para definir 2023.03.2-454.pro2 como a versão Posit Workbench padrão. 
O valor SageMakerImageArn no comando update-domain a seguir especifica a versão
2023.03.2-454.pro2 do RStudio como padrão. Essa ARN deve corresponder ao Region 
em que o seu domínio está. Para obter uma lista de todas as ARNs disponíveis, consulte
Versionamento.

Aprove uma ARN da função de execução para o domínio que fornece permissões para atualizar 
o domínio.

aws sagemaker update-domain \ 
    --region region \ 
    --domain-id domainId \ 
    --domain-settings-for-update "{\"RStudioServerProDomainSettingsForUpdate\":
{\"DefaultResourceSpec\": {\"SageMakerImageArn\": \"arn-for-2023.03.2-454.pro2-
version\", \"InstanceType\": \"system\"}, \"DomainExecutionRoleArn\": \"execution-
role-arn\"}}"

3. Crie um novo aplicativo RStudioServerPro no domínio existente.

aws sagemaker create-app \ 
    --region region
    --domain-id domainId \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

Seu aplicativo RStudioServerPro agora está atualizado para a versão 2023.03.2-454.pro2. 
Agora você pode reexecutar seus aplicativos RSessionGateway.

Faça o downgrade para a versão existente

Durante o período de carência, você pode fazer o downgrade manual da versão do seu aplicativo 
RStudio existente para a versão 2022.02.2-485.pro2.
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Faça o downgrade para a versão existente

1. Exclua o aplicativo RStudioServerPro que está associado ao seu domínio existente. Para 
obter informações sobre como encontrar sua ID do domínio, consulte Exibir Domínios.

aws sagemaker delete-app \ 
    --domain-id domainId \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

2. Passe a ARN 2022.02.2-485.pro2 correspondente para a sua Region como parte do 
comando update-domain. Para obter uma lista de todas as ARNs disponíveis, consulte
Versionamento. Você deve também aprovar uma ARN da função de execução para o domínio 
que fornece permissões para atualizar o domínio.

aws sagemaker update-domain \ 
    --region region \ 
    --domain-id domainId \ 
    --domain-settings-for-update "{\"RStudioServerProDomainSettingsForUpdate\":
{\"DefaultResourceSpec\": {\"SageMakerImageArn\": \"arn-for-2022.02.2+485.pro2-
version\", \"InstanceType\": \"system\"}, \"DomainExecutionRoleArn\": \"execution-
role-arn\"}}"

3. Crie um novo aplicativo RStudioServerPro no domínio existente. A versão RStudio usa o 
padrão 2022.02.2-485.pro2.

aws sagemaker create-app \ 
    --domain-id domainId \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

Seu aplicativo RStudioServerPro agora está em downgrade para a versão
2022.02.2-485.pro2.

Alterações nas imagens BYOI

Se você usa uma imagem BYOI com o RStudio e atualiza sua versão RStudioServerPro para
2023.03.2-454.pro2, você deve atualizar suas imagens personalizadas para usar a versão
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2023.03.2-454.pro2 e reimplantar suas RSessions existentes. Se você tentar carregar uma 
imagem não compatível em uma RSession de um domínio usando a versão 2023.03.2-454.pro2, 
a RSession irá falhar porque não poderá analisar os parâmetros recebidos. Para evitar falhas, 
atualize todas as imagens personalizadas implantadas no seu aplicativo RStudioServerPro
existente.

A RSW_VERSION no Dockerfile deve ser consistente com a versão Posit Workbench usada no 
RStudio on SageMaker. Você pode validar a versão atual em Posit Workbench. Para fazer isso, use 
o nome da versão que está localizado no canto inferior esquerdo da página do inicializador Posit 
Workbench.

...
ARG RSW_VERSION=2023.03.2+454.pro2
ENV RSTUDIO_FORCE_NON_ZERO_EXIT_CODE="1"
ARG RSW_NAME=rstudio-workbench-rhel
ARG RSW_DOWNLOAD_URL=https://s3.amazonaws.com/rstudio-ide-build/server/${OS}/x86_64
RUN RSW_VERSION_URL=`echo -n "${RSW_VERSION}" | sed 's/+/-/g'` \ 
    && curl -o rstudio-workbench.rpm ${RSW_DOWNLOAD_URL}/${RSW_NAME}-
${RSW_VERSION_URL}-x86_64.rpm \ 
    && yum install -y rstudio-workbench.rpm

Rede e armazenamento

O seguinte tópico descreve as considerações sobre acesso à rede e armazenamento de dados para 
sua instância do RStudio. Para obter informações gerais sobre acesso à rede e armazenamento de 
dados ao usar a Amazon SageMaker, consulteProteção de dados na Amazon SageMaker.

Volume do Amazon EFS

O RStudio na Amazon SageMaker compartilha um volume do Amazon EFS com o aplicativo Amazon 
SageMaker Studio Classic no domínio. Quando o aplicativo RStudio é adicionado a um domínio, 
SageMaker cria uma pasta nomeada shared no diretório do Amazon EFS. Se essa shared pasta 
for excluída ou alterada manualmente, o aplicativo RStudio poderá deixar de funcionar. Para obter 
mais informações sobre volume do Amazon EFS, consulte Gerencie seu volume de armazenamento 
do Amazon EFS no SageMaker Studio Classic.

Pacotes e scripts instalados

Os pacotes que você instala de dentro do RStudio têm como escopo o nível do perfil do usuário. 
Isso significa que o pacote instalado persiste durante o desligamento, reinicialização e entre 
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RSessions para cada perfil de usuário em que ele está instalado. Os scripts em R que são salvos 
nas RSessions se comportam da mesma maneira. Tanto os pacotes quanto os scripts em R são 
salvos no volume Amazon EFS do usuário.

Criptografia

O RStudio na Amazon SageMaker oferece suporte à criptografia em repouso.

Use o RStudio no modo somente VPC

O RStudio na Amazon SageMaker oferece suporte à AWS PrivateLinkintegração. Com essa 
integração, você pode usar o RStudio SageMaker no modo somente VPC sem acesso direto à 
Internet. Quando você usa o RStudio no modo somente VPC, seus grupos de segurança são 
gerenciados automaticamente pelo serviço. Isso inclui conectividade entre seu RServer e seu 
RSessions.

Para usar o RStudio no modo somente VPC é necessário o seguinte: Para obter mais informações 
sobre como escolher uma VPC, consulte Escolha uma Amazon VPC.

• Uma sub-rede privada com acesso à Internet para fazer uma chamada para a Amazon SageMaker 
& License Manager ou endpoints da Amazon Virtual Private Cloud (Amazon VPC) para a Amazon 
e o SageMaker License Manager.

• O domínio não pode ter mais do que dois grupos de segurança associados.

• Um ID de grupo de segurança para uso com o domínio nas configurações do domínio. Isso deve 
permitir todo o acesso externo.

• Um ID de grupo de segurança para uso com o endpoint da VPC da Amazon. Esse grupo de 
segurança deve permitir tráfego de entrada a partir da ID do grupo de segurança do domínio.

• Amazon VPC Endpoint para sagemaker.api e AWS License Manager. Ele deve estar na mesma 
Amazon VPC que a sub-rede privada.

Tipo de StudioServerPro instância R

Ao decidir qual tipo de instância do Amazon EC2 usar para seu aplicativo StudioServerPro R, o 
principal fator a ser considerado é a largura de banda. A largura de banda é importante porque a 
StudioServerPro instância R é responsável por fornecer a interface do usuário do RStudio a todos 
os usuários. Isso inclui fluxos de trabalho pesados de interface de usuário, como geração de figuras, 
animações e exibição de várias linhas de dados. Portanto, pode haver alguma degradação do 
desempenho da interface do usuário, dependendo da carga de trabalho de todos os usuários. A 
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seguir estão os tipos de instância disponíveis para usar em seu StudioServerPro R. Para obter 
informações sobre preços sobre essas instâncias, consulte Amazon SageMaker Pricing.

• ml.t3.medium: esse tipo de instância é recomendado para domínios com baixo uso de interface 
do usuário e é de uso gratuito.

Note

O system valor é traduzido paraml.t3.medium.

• ml.c5.4xlarge: esse tipo de instância é recomendado para domínios com uso moderado de 
interface do usuário.

• ml.c5.9xlarge: esse tipo de instância é recomendado para domínios com uso pesado de 
interface do usuário.

Alterar o tipo de instância do RStudio

Para alterar o tipo de instância do seu RStudioServerPro, transmita o novo tipo de instância como 
parte de uma chamada para o comando da update-domain CLI. Em seguida, você precisa excluir 
o StudioServerPro aplicativo R existente usando o comando delete-app CLI e criar um novo 
StudioServerPro aplicativo R usando o comando CLIcreate-app.

URL do RStudio Connect

O RStudio Connect é uma plataforma de publicação para aplicativos Shiny, relatórios R Markdown, 
painéis, gráficos e muito mais. O RStudio Connect facilita a descoberta de insights sobre 
aprendizado de máquina e ciência de dados, tornando a hospedagem de conteúdo simples e 
escalável. Se você tiver um servidor RStudio Connect, poderá definir o servidor como o local padrão 
onde os aplicativos são publicados. Para obter mais informações sobre o RStudio Connect, consulte
RStudio Connect.

Quando você se integra ao RStudio no domínio do Amazon SageMaker, um servidor do RStudio 
Connect não é criado. Você pode criar um servidor RStudio Connect em uma instância do Amazon 
EC2 para usar o Connect com o domínio do Amazon SageMaker. Para obter mais informações sobre 
como configurar o seu RStudio Connect server, consulte Host RStudio Connect e Gerenciador de 
pacotes para desenvolvimento de ML no RStudio no Amazon SageMaker.

Adicionar um URL do RStudio Connect
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Se você tiver um URL do RStudio Connect, poderá atualizar o URL padrão para que seus usuários 
do RStudio possam publicar nele.

1. Navegue até a página Domínios.

2. Selecione o domínio desejado.

3. Escolha Configurações de domínio.

4. Em Configurações gerais, selecione Editar.

5. Na nova página, selecione Configurações do RStudio no lado esquerdo. 

6. Em URL do RStudio Connect, insira o URL do RStudio Connect a ser adicionado.

7. Selecione Submit (Enviar).

CLI

Você pode definir um URL padrão do RStudio Connect ao criar seu domínio. A única maneira de 
atualizar o URL do Gerenciador de pacotes a partir do AWS CLI é excluir seu domínio e criar um 
novo com o URL atualizado do Gerenciador de pacotes.

Gerenciador de pacotes do RStudio

O Gerenciador de pacotes do RStudio é um servidor de gerenciamento de repositórios usado para 
organizar e centralizar pacotes em toda a sua organização. Para obter mais informações sobre 
o Gerenciador de pacotes do RStudio, consulte Gerenciador de pacotes do RStudio. Se você 
não fornecer seu próprio URL do Gerenciador de pacotes, o Amazon SageMaker Domain usa o 
repositório padrão do Gerenciador de pacotes quando você integra o RStudio seguindo as etapas 
em Visão geral SageMaker do Amazon Domain. Para obter mais informações, consulte Host RStudio 
Connect e Gerenciador de pacotes para desenvolvimento de ML no RStudio no Amazon SageMaker.

Atualizar URL do Gerenciador de pacotes

Você pode atualizar o URL do Gerenciador de pacotes usada para seu domínio habilitado para 
RStudio da seguinte maneira.

1. Navegue até a página Domínios.

2. Selecione o domínio desejado.

3. Escolha Configurações de domínio.

4. Em Configurações gerais, selecione Editar.
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5. Na nova página, selecione Configurações do RStudio no lado esquerdo. 

6. Em Gerenciador de pacotes do RStudio, insira seu URL do Gerenciador de pacotes do RStudio.

7. Selecione Submit (Enviar).

CLI

A única maneira de atualizar o URL do Gerenciador de pacotes a partir do AWS CLI é excluir seu 
domínio e criar um novo com o URL atualizado do Gerenciador de pacotes.

Crie um domínio do Amazon SageMaker com o RStudio usando o AWS CLI

O tópico a seguir descreve como fazer a integração no domínio do Amazon SageMaker com 
o RStudio habilitado usando o AWS CLI. Para fazer a integração usando o AWS Management 
Console, consulte Visão geral SageMaker do Amazon Domain.

Pré-requisitos

• Instalar e configurar a versão 2 do AWS CLI

• Configure o AWS CLIcom credenciais do IAM

Criar função do DomainExecution

Para iniciar o aplicativo RStudio, você deve fornecer uma função DomainExecution. Essa função 
é usada para determinar se o RStudio precisa ser lançado como parte da criação do domínio do 
Amazon SageMaker. Essa função também é usada pelo Amazon SageMaker para acessar a licença 
do RStudio e enviar registros do RStudio. 

Note

A função DomainExecution deve ter pelo menos AWS License Manager permissões para 
acessar a licença do RStudio e permissões do CloudWatch para enviar logs na sua conta.

O procedimento a seguir mostra como criar a função DomainExecution com o AWS CLI.

1. Crie um arquivo chamado assume-role-policy.json com o conteúdo a seguir.

{ 
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    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": "sts:AssumeRole", 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "sagemaker.amazonaws.com" 
                ] 
            } 
        } 
    ]
}

2. Criar a função DomainExecution. <REGION> deve ser a região AWS na qual lançar seu 
domínio.

aws iam create-role --region <REGION> --role-name DomainExecution --assume-role-
policy-document file://assume-role-policy.json

3. Crie um arquivo chamado domain-setting-policy.json com o conteúdo a seguir. Esta 
política permite que o aplicativo RStudioServerPro acesse os recursos necessários e permite 
que o Amazon SageMaker inicie automaticamente um aplicativo do RStudioServerPro quando o 
aplicativo RStudioServerPro existente estiver no status Deleted ou Failed.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "license-manager:ExtendLicenseConsumption", 
                "license-manager:ListReceivedLicenses", 
                "license-manager:GetLicense", 
                "license-manager:CheckoutLicense", 
                "license-manager:CheckInLicense", 
                "logs:CreateLogDelivery", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DeleteLogDelivery", 
                "logs:Describe*", 
                "logs:GetLogDelivery", 
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                "logs:GetLogEvents", 
                "logs:ListLogDeliveries", 
                "logs:PutLogEvents", 
                "logs:PutResourcePolicy", 
                "logs:UpdateLogDelivery", 
                "sagemaker:CreateApp" 
            ], 
            "Resource": "*" 
        } 
    ]
}

4. Crie a política de configuração de domínio anexada à função DomainExecution. Fique atento 
ao PolicyArn da resposta, pois você precisará inserir esse ARN nas etapas a seguir.

aws iam create-policy --region <REGION> --policy-name domain-setting-policy --
policy-document file://domain-setting-policy.json

5. Anexe domain-setting-policy à função DomainExecution. Use o PolicyArn retornado 
na etapa anterior.

aws iam attach-role-policy --role-name DomainExecution --policy-arn <POLICY_ARN>

Crie um domínio do Amazon SageMaker com o aplicativo do RStudio

O aplicativo RStudioServerPro é iniciado automaticamente quando você cria um domínio 
do Amazon SageMaker usando o comando CLI create-domain com o parâmetro
RStudioServerProDomainSettings especificado. Ao iniciar o aplicativo RStudioServerPro, o 
Amazon SageMaker verifica se há uma licença válida do RStudio na conta e irá falhar na criação do 
domínio se a licença não for encontrada.

A criação de um domínio do Amazon SageMaker é diferente com base no método de autenticação e 
no tipo de rede. Essas opções devem ser usadas em conjunto com um método de autenticação e um 
tipo de conexão de rede selecionados. Para obter mais informações sobre os requisitos para criar um 
novo domínio, consulte CreateDomain.

Os seguintes métodos de autenticação são compatíveis:

• IAM Auth

• SSO Auth
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Os seguintes tipos de conexão de rede são compatíveis:

• PublicInternet

• VPCOnly

Métodos de autenticação

Modo de autenticação do IAM

Veja a seguir como criar um domínio do Amazon SageMaker com o RStudio ativado e um tipo de 
rede IAM Auth. Para mais informações sobre o AWS Identity and Access Management, consulte O 
que é o IAM?

• DomainExecutionRoleArn deve ser o ARN da função criada na etapa anterior.

• ExecutionRole é o ARN da função atribuída aos usuários no domínio do Amazon SageMaker.

• vpc-id deve ser a ID da Nuvem Privada Virtual da Amazon. subnet-ids deve ser uma lista de 
IDs de sub-rede separada por espaços. Para obter mais informações sobre vpc-id e subnet-
ids, consulte VPCs e sub-redes.

• RStudioPackageManagerUrl e RStudioConnectUrl são opcionais e devem ser definidos 
para os URLs do seu RStudio Package Manager e servidor RStudio Connect, respectivamente.

• app-network-access-type deve ser PublicInternetOnly ou VPCOnly.

aws sagemaker create-domain --region <REGION> --domain-name <DOMAIN_NAME> \ 
    --auth-mode IAM \ 
    --default-user-settings ExecutionRole=<DEFAULT_USER_EXECUTIONROLE> \ 
    --domain-settings 
 RStudioServerProDomainSettings={RStudioPackageManagerUrl=<<PACKAGE_MANAGER_URL>,RStudioConnectUrl=<<CONNECT_URL>,DomainExecutionRoleArn=<DOMAINEXECUTION_ROLE_ARN>} 
 \ 
    --vpc-id <VPC_ID> \ 
    --subnet-ids <SUBNET_IDS> \ 
    --app-network-access-type <NETWORK_ACCESS_TYPE>

Autenticação usando o IAM Identity Center

O trecho seguinte mostra como criar um domínio do Amazon SageMaker com o RStudio ativado 
e um SSO Authtipo de rede. AWS IAM Identity Center deve ser habilitado para a região em que o 
domínio está sendo executado. Para obter mais informações sobre o Centro de Identidades do IAM, 
consulte O que é AWS IAM Identity Center?.
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• DomainExecutionRoleArn deve ser o ARN da função criada na etapa anterior.

• ExecutionRole é o ARN da função atribuída aos usuários no domínio do Amazon SageMaker.

• vpc-id deve ser a ID da Nuvem Privada Virtual da Amazon. subnet-ids deve ser uma lista de 
IDs de sub-rede separada por espaços. Para obter mais informações sobre vpc-id e subnet-
ids, consulte VPCs e sub-redes.

• RStudioPackageManagerUrl e RStudioConnectUrl são opcionais e devem ser definidos 
para os URLs do seu RStudio Package Manager e servidor RStudio Connect, respectivamente.

• app-network-access-type deve ser PublicInternetOnly ou VPCOnly.

aws sagemaker create-domain --region <REGION> --domain-name <DOMAIN_NAME> \ 
    --auth-mode SSO \ 
    --default-user-settings ExecutionRole=<DEFAULT_USER_EXECUTIONROLE> \ 
    --domain-settings 
 RStudioServerProDomainSettings={RStudioPackageManagerUrl=<<PACKAGE_MANAGER_URL>,RStudioConnectUrl=<<CONNECT_URL>,DomainExecutionRoleArn=<DOMAINEXECUTION_ROLE_ARN>} 
 \ 
    --vpc-id <VPC_ID> \ 
    --subnet-ids <SUBNET_IDS> \ 
    --app-network-access-type <NETWORK_ACCESS_TYPE>

Tipos de conexão

Tipo de rede de Internet PublicInternet/Direct

Veja a seguir como criar um domínio do Amazon SageMaker com o RStudio habilitado e um tipo de 
rede PublicInternet.

• DomainExecutionRoleArn deve ser o ARN da função criada na etapa anterior.

• ExecutionRole é o ARN da função atribuída aos usuários no domínio do Amazon SageMaker.

• vpc-id deve ser a ID da Nuvem Privada Virtual da Amazon. subnet-ids deve ser uma lista de 
IDs de sub-rede separada por espaços. Para obter mais informações sobre vpc-id e subnet-
ids, consulte VPCs e sub-redes.

• RStudioPackageManagerUrl e RStudioConnectUrl são opcionais e devem ser definidos 
para os URLs do seu RStudio Package Manager e servidor RStudio Connect, respectivamente.

• auth-mode deve ser SSO ou IAM.

aws sagemaker create-domain --region <REGION> --domain-name <DOMAIN_NAME> \ 
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    --auth-mode <AUTH_MODE> \ 
    --default-user-settings ExecutionRole=<DEFAULT_USER_EXECUTIONROLE> \ 
    --domain-settings 
 RStudioServerProDomainSettings={RStudioPackageManagerUrl=<<PACKAGE_MANAGER_URL>,RStudioConnectUrl=<<CONNECT_URL>,DomainExecutionRoleArn=<DOMAINEXECUTION_ROLE_ARN>} 
 \ 
    --vpc-id <VPC_ID> \ 
    --subnet-ids <SUBNET_IDS> \ 
    --app-network-access-type PublicInternetOnly

Modo VPCOnly

Veja a seguir como criar um domínio do Amazon SageMaker com o RStudio habilitado e um tipo 
de rede VPCOnly. Para obter mais informações sobre como usar o tipo VPCOnly de acesso à 
rede, consulte Conecte os notebooks Connect SageMaker Studio Classic em uma VPC a recursos 
externos.

• DomainExecutionRoleArn deve ser o ARN da função criada na etapa anterior.

• ExecutionRole é o ARN da função atribuída aos usuários no domínio do Amazon SageMaker.

• vpc-id deve ser a ID da Nuvem Privada Virtual da Amazon. subnet-ids deve ser uma lista 
de IDs de sub-rede separada por espaços. Sua sub-rede privada deve ser capaz de acessar a 
Internet para fazer uma chamada para o Amazon SageMaker e AWS License Manager ou ter 
endpoints da Amazon VPC para o Amazon SageMaker e AWS License Manager. Para obter 
informações sobre endpoints da Amazon VPC, consulte Interface dos endpoints da Amazon VPC. 
Para obter informações sobre vpc-id e subnet-ids, consulte VPCs e sub-redes.

• SecurityGroups deve permitir acesso de saída ao Amazon SageMaker e aos endpoints AWS 
License Manager.

• auth-mode deve ser SSO ou IAM.

Note

Ao usar endpoints da nuvem privada virtual da Amazon, o grupo de segurança anexado aos 
endpoints da sua nuvem privada virtual Amazon deve permitir o tráfego de entrada vindo 
do grupo de segurança que você passa como parte do parâmetro domain-setting da 
chamada da CLI create-domain.

Com o RStudio, o Amazon SageMaker gerencia grupos de segurança para você. Isso significa que 
o Amazon SageMaker gerencia as regras do grupo de segurança para garantir que o RSessions 
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possa acessar os aplicativos do RStudioServerPro. O Amazon SageMaker cria uma regra de grupo 
de segurança por perfil de usuário.

aws sagemaker create-domain --region <REGION> --domain-name <DOMAIN_NAME> \ 
    --auth-mode <AUTH_MODE> \ 
    --default-user-settings 
 SecurityGroups=<USER_SECURITY_GROUP>,ExecutionRole=<DEFAULT_USER_EXECUTIONROLE> \ 
    --domain-settings 
 SecurityGroupIds=<DOMAIN_SECURITY_GROUP>,RStudioServerProDomainSettings={DomainExecutionRoleArn=<DOMAINEXECUTION_ROLE_ARN>} 
 \ 
    --vpc-id <VPC_ID> \ 
    --subnet-ids "<SUBNET_IDS>" \ 
    --app-network-access-type VPCOnly --app-security-group-management Service

Nota: O aplicativo RStudioServerPro é iniciado por um perfil de usuário especial chamado domain-
shared. Como resultado, esse aplicativo não é retornado como parte das chamadas de API list-
app por nenhum outro perfil de usuário.

Talvez seja necessário aumentar a cota do Amazon VPC em sua conta para aumentar o número de 
usuários. Para obter mais informações, consulte as Amazon VPC cotas.

Verifique a criação do domínio

Use o comando a seguir para verificar se seu domínio foi criado com um Status
de InService. Seu domain-id é anexado ao ARN do domínio. Por exemplo,
arn:aws:sagemaker:<REGION>:<ACCOUNT_ID>:domain/<DOMAIN_ID>.

aws sagemaker describe-domain --domain-id <DOMAIN_ID> --region <REGION>

Adicionar suporte do RStudio a um domínio existente

Se você adicionou uma licença do RStudio por meio deAWS License Manager, você pode criar um 
novo SageMaker domínio da Amazon com suporte para o RStudio ativado. SageMaker Se você tiver 
um domínio existente que não oferece suporte ao RStudio, você pode adicionar suporte do RStudio a 
esse domínio sem precisar excluir e recriar o domínio. 

O tópico a seguir descreve como adicionar esse suporte.

Pré-requisitos

Você deve concluir as etapas a seguir antes de atualizar seu domínio atual para adicionar suporte ao 
RStudio. SageMaker 
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• Instalar e configurar a versão 2 do AWS CLI

• Configure o AWS CLIcom credenciais do IAM

• Crie uma função de execução de domínio seguindo as etapas em Criar um SageMaker domínio 
com o RStudio usando o. AWS CLI Essa função do IAM em nível de domínio é exigida pelo 
aplicativo R. StudioServerPro A função requer acesso AWS License Manager para verificar 
uma licença válida do Posit Workbench e Amazon CloudWatch Logs para publicar registros do 
servidor. 

• Traga sua licença do RStudio para AWS License Manager seguindo as etapas na licença do 
RStudio.

• (Opcional) Se você quiser usar o RStudio no modo VPCOnly, conclua as etapas no RStudio 
somente VPC.

• Certifique-se de que os grupos de segurança que você configurou para cada um UserProfileem 
seu domínio atendam às cotas em nível de conta. Ao configurar o perfil de usuário padrão durante 
a criação do domínio, você pode usar o DefaultUserSettings parâmetro da CreateDomainAPI 
para adicionar os SecurityGroups que são herdados por todos os perfis de usuário criados no 
domínio. Você também pode fornecer grupos de segurança adicionais para um usuário específico 
como parte do UserSettings parâmetro da CreateUserProfileAPI. Se você adicionou grupos de 
segurança dessa forma, deve garantir que o número total de grupos de segurança por perfil de 
usuário não exceda a cota máxima de 2 no modo VPCOnly e 4 no modo PublicInternetOnly. 
Se o resultado do número total de grupos de segurança para qualquer perfil de usuário exceder 
a cota, você poderá combinar as regras de vários grupos de segurança em um só grupo de 
segurança. 

Adicionar suporte do RStudio a um domínio existente

Depois de concluir os pré-requisitos, você pode adicionar suporte ao RStudio ao seu domínio 
existente. As etapas a seguir descrevem como atualizar seu domínio existente para adicionar suporte 
ao RStudio.

Etapa 1: Exclua todos os aplicativos do domínio

Para adicionar suporte ao RStudio em seu domínio, é SageMaker necessário atualizar os grupos 
de segurança subjacentes para todos os perfis de usuário existentes. Para concluir isso, você deve 
excluir e recriar todos os aplicativos existentes no domínio. O procedimento a seguir mostra como 
excluir todos os aplicativos.

1. Liste todos os aplicativos no domínio.
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aws sagemaker \ 
   list-apps \ 
   --domain-id-equals <DOMAIN_ID>

2. Exclua cada aplicativo de cada perfil de usuário no domínio.

// JupyterServer apps  
aws sagemaker \ 
    delete-app \ 
    --domain-id <DOMAIN_ID> \ 
    --user-profile-name <USER_PROFILE> \ 
    --app-type JupyterServer \ 
    --app-name <APP_NAME>

// KernelGateway apps
aws sagemaker \ 
    delete-app \ 
    --domain-id <DOMAIN_ID> \ 
    --user-profile-name <USER_PROFILE> \ 
    --app-type KernelGateway \ 
    --app-name <APP_NAME>

Etapa 2 - Atualize todos os perfis de usuário com a nova lista de grupos de segurança

Esta é uma ação única que você deve concluir para todos os perfis de usuário existentes no seu 
domínio depois de refatorar seus grupos de segurança existentes. Isto impede que você atinja a cota 
para o número máximo de grupos de segurança. A chamada UpdateUserProfile da API falhará 
se o usuário tiver algum aplicativo com InServicestatus. Exclua todos os aplicativos e chame a API
UpdateUserProfile para atualizar os grupos de segurança.

Note

O seguinte requisito de VPCOnly modo descrito em Connect Amazon SageMaker Studio 
Classic Notebooks in a VPC to External Resources não é mais necessário ao adicionar 
suporte ao RStudio porque AppSecurityGroupManagement é gerenciado pelo serviço: 
SageMaker
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“Tráfego TCP dentro do grupo de segurança. Isso é necessário para a conectividade entre o 
JupyterServer aplicativo e os KernelGateway aplicativos. Você deve permitir acesso a, pelo 
menos, portas na faixa 8192-65535”.

aws sagemaker \ 
    update-user-profile \ 
    --domain-id <DOMAIN_ID>\ 
    --user-profile-name <USER_PROFILE> \ 
    --user-settings "{\"SecurityGroups\": [\"<SECURITY_GROUP>\", 
 \"<SECURITY_GROUP>\"]}"

Etapa 3 - Ative o RStudio chamando a API UpdateDomain

1. Chame a UpdateDomainAPI para adicionar suporte ao RStudio. SageMaker O parâmetro
defaultusersettings só é necessário se você tiver refatorado os grupos de segurança 
padrão para seus perfis de usuário.

• Para o modo VPCOnly:

aws sagemaker \ 
    update-domain \ 
    --domain-id <DOMAIN_ID> \ 
    --app-security-group-management Service \ 
    --domain-settings-for-update 
 RStudioServerProDomainSettingsForUpdate={DomainExecutionRoleArn=<DOMAIN_EXECUTION_ROLE_ARN>} 
 \ 
    --default-user-settings "{\"SecurityGroups\": [\"<SECURITY_GROUP>\", 
 \"<SECURITY_GROUP>\"]}"

• Para o modo PublicInternetOnly:

aws sagemaker \ 
    update-domain \ 
    --domain-id <DOMAIN_ID> \ 
    --domain-settings-for-update 
 RStudioServerProDomainSettingsForUpdate={DomainExecutionRoleArn=<DOMAIN_EXECUTION_ROLE_ARN>} \ 
    --default-user-settings "{\"SecurityGroups\": [\"<SECURITY_GROUP>\", 
 \"<SECURITY_GROUP>\"]}"
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2. Verifique se o status do domínio é InService. Depois que o status do domínio forInService, 
o suporte para o RStudio on SageMaker será adicionado.

aws sagemaker \ 
    describe-domain \ 
    --domain-id <DOMAIN_ID>

3. Verifique se o status do StudioServerPro aplicativo R está InService usando o comando a 
seguir.

aws sagemaker list-apps --user-profile-name domain-shared

Etapa 4 - Adicionar acesso ao RStudio para usuários existentes

Como parte da atualização na Etapa 3, SageMaker marca o RStudio AccessStatusde todos os perfis 
de usuário existentes no Domínio como DISABLED padrão. Isso evita que você ultrapasse o número 
de usuários permitido pela sua licença atual. Para adicionar acesso aos usuários existentes, há 
uma etapa única de ingresso. Execute o opt-in chamando a UpdateUserProfileAPI com o seguinte R 
StudioServerProAppSettings:

• AccessStatus = ENABLED

• Opcional - UserGroup = R_STUDIO_USER ou R_STUDIO_ADMIN

aws sagemaker \ 
    update-user-profile \ 
    --domain-id <DOMAIN_ID>\ 
    --user-profile-name <USER_PROFILE> \ 
    --user-settings "{\"RStudioServerProAppSettings\": {\"AccessStatus\": \"ENABLED
\"}}"

Note

Por padrão, o número de usuários que podem ter acesso ao RStudio é 60.
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Etapa 5 — Desativar o acesso ao RStudio para novos usuários

A menos que especificado de outra forma durante a chamadaUpdateDomain, o suporte ao RStudio 
é adicionado por padrão para todos os novos perfis de usuário criados após a adição do suporte 
ao RStudio. SageMaker Para desativar o acesso a um novo perfil de usuário, você deve configurar 
explicitamente o parâmetro AccessStatus como DISABLED, como parte da chamada da API
CreateUserProfile. Se o parâmetro AccessStatus não for especificado como parte da API
CreateUserProfile, o status de acesso padrão será ENABLED.

aws sagemaker \ 
    create-user-profile \ 
    --domain-id <DOMAIN_ID>\ 
    --user-profile-name <USER_PROFILE> \ 
    --user-settings "{\"RStudioServerProAppSettings\": {\"AccessStatus\": \"DISABLED
\"}}"

Traga sua própria imagem para o RStudio no SageMaker

Uma imagem do SageMaker é um arquivo que identifica os pacotes de idiomas e outras 
dependências necessárias para executar o RStudio no Amazon SageMaker. O SageMaker usa 
essas imagens para criar um ambiente no qual você executa o RStudio. O Amazon SageMaker 
fornece uma imagem do RStudio integrada para você usar. Se precisar de uma funcionalidade 
diferente, você pode trazer suas próprias imagens personalizadas.

O processo de trazer sua própria imagem para uso com o RStudio on SageMaker envolve três 
etapas:

1. Crie uma imagem personalizada a partir de um Dockerfile e envie-a para um repositório no 
Amazon Elastic Container Registry (Amazon ECR).

2. Crie uma imagem do SageMaker que aponte para uma imagem de contêiner no Amazon ECR e 
anexe-a ao seu domínio do Amazon SageMaker.

3. Inicie uma nova sessão no RStudio com sua imagem personalizada.

Você pode criar imagens e versões de imagens e anexar versões da imagem ao seu domínio 
usando o painel de controle do SageMaker, o AWS SDK for Python (Boto3) e o AWS Command Line 
Interface (AWS CLI). Você também pode criar imagens e versões da imagem usando o console do 
SageMaker, mesmo que não tenha se integrado a um domínio.
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Os tópicos a seguir mostram como trazer sua própria imagem para o RStudio on SageMaker criando, 
anexando e iniciando uma imagem personalizada.

Terminologia básica

A seção a seguir define os principais termos para usar sua própria imagem com o RStudio on 
Sagemaker.

• Dockerfile: um Dockerfile é um arquivo que identifica os pacotes de idiomas e outras dependências 
da sua imagem do Docker.

• Imagem do Docker: a imagem do Docker é um Dockerfile embutido. Essa imagem é verificada no 
Amazon ECR e serve como base para a imagem do SageMaker.

• Imagem do SageMaker: uma imagem do SageMaker é um suporte para um conjunto de versões 
da imagem do SageMaker com base em imagens do Docker.

• Versão da imagem: uma versão da imagem de uma imagem do SageMaker representa uma 
imagem do Docker que é compatível com o RStudio e armazenada em um repositório do Amazon 
ECR. Cada versão da imagem é imutável. Essas versões da imagem podem ser anexadas a um 
domínio e usadas com o RStudio on SageMaker.

Pré-requisitos

É necessário concluir os pré-requisitos a seguir antes de trazer sua própria imagem para usar com o 
RStudio no Amazon SageMaker.

• Se você tem um domínio existente com o RStudio que foi criado antes de 07 de abril de 2022, 
você deve excluir seu aplicativo RStudioServerPro e recriá-lo. Para obter informações sobre como 
excluir um aplicativo, consulte Desligue e atualize o SageMaker Studio Classic.

• Instale o aplicativo Docker. Para obter informações sobre como configurar o Docker, consulte
Orientação e configuração.

• Crie uma cópia local de um Dockerfile compatível com o RStudio que funcione com o SageMaker. 
Para obter informações sobre como criar uma amostra do dockerfile do RStudio, consulte Usar 
uma imagem personalizada para trazer seu próprio ambiente de desenvolvimento para o RStudio 
no Amazon SageMaker.

• Use um perfil de execução AWS Identity and Access Management que tenha a política
AmazonSageMakerFullAccess anexada. Se você se integrou ao Domínio, você pode obter a 
função na seção Resumo do Domínio no painel de controle do SageMaker.
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Adicione as seguintes permissões de acesso ao serviço Amazon Elastic Container Registry 
(Amazon ECR) para seu perfil de execução.

{  
    "Version":"2012-10-17",  
    "Statement":[  
        { 
            "Sid": "VisualEditor0", 
            "Effect":"Allow",  
            "Action":[  
                "ecr:CreateRepository",  
                "ecr:BatchGetImage",  
                "ecr:CompleteLayerUpload",  
                "ecr:DescribeImages",  
                "ecr:DescribeRepositories",  
                "ecr:UploadLayerPart",  
                "ecr:ListImages",  
                "ecr:InitiateLayerUpload",  
                "ecr:BatchCheckLayerAvailability",  
                "ecr:PutImage"  
            ],  
            "Resource": "*"  
        } 
    ]
}

• Instale e configure AWS CLI com a seguinte versão (ou maior). Para obter informações sobre 
como instalar a AWS CLI, consulte Instalar ou atualizar para a versão mais recente da AWS CLI.

AWS CLI v1 >= 1.23.6
AWS CLI v2 >= 2.6.2

Especificações de imagem personalizadas do RStudio

Neste guia, você aprenderá como personalizar as especificações de imagem do RStudio para usar 
com o SageMaker ao trazer sua própria imagem. Há dois conjuntos de requisitos que você deve 
satisfazer com sua imagem personalizada do RStudio para usá-la com a Amazon SageMaker. Esses 
requisitos são impostos pelo RStudio PBC e pela plataforma Amazon SageMaker Studio Classic. Se 
algum desses conjuntos de requisitos não for satisfeito, sua imagem personalizada não funcionará 
corretamente.
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Requisitos do RStudio PBC

Os requisitos do RStudio PBC estão descritos no artigo Usando imagens do Docker com o RStudio 
Workbench/RStudio Server Pro, Inicializador e Kubernetes. Siga as instruções neste artigo para criar 
a base da sua imagem personalizada do RStudio.

Para obter instruções sobre como instalar várias versões do R em sua imagem personalizada, 
consulte Instalando várias versões do R no Linux.

Requisitos do Amazon SageMaker Studio Classic

O Amazon SageMaker Studio Classic impõe o seguinte conjunto de requisitos de instalação para sua 
imagem do RStudio.

• Você deve usar uma imagem base do RStudio de pelo menos2023.03.2-454.pro2. Para ter 
mais informações, consulte Atualize a versão do RStudio.

• Você deverá instalar os seguintes pacotes:

yum install -y sudo \
openjdk-11-jdk \
libpng-dev \
&& yum clean all \
&& /opt/R/${R_VERSION}/bin/R -e "install.packages('reticulate', repos='https://
packagemanager.rstudio.com/cran/__linux__/centos7/latest')" \
&& /opt/python/${PYTHON_VERSION}/bin/pip install --upgrade \ 
    'boto3>1.0<2.0' \ 
    'awscli>1.0<2.0' \ 
    'sagemaker[local]<3'

• Você deve fornecer valores padrão para os valores do RSTUDIO_CONNECT_URL e do ambiente
RSTUDIO_PACKAGE_MANAGER_URL.

ENV RSTUDIO_CONNECT_URL "YOUR_CONNECT_URL"
ENV RSTUDIO_PACKAGE_MANAGER_URL "YOUR_PACKAGE_MANAGER_URL"

As especificações gerais a seguir se aplicam à imagem representada por uma versão de imagem do 
RStudio.
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Executando a imagem

ENTRYPOINTe CMD as instruções são substituídas para que a imagem seja executada como um 
aplicativo RSession.

Interrompendo a imagem

A API DeleteApp emite o equivalente a um comando docker stop. Outros processos no 
contêiner não receberão os sinais SIGKILL/SIGTERM.

Sistema de arquivos

Os diretórios /opt/.sagemakerinternal e /opt/ml são reservados. Qualquer dado nesses 
diretórios pode não estar visível em runtime.

Dados do usuário

Cada usuário em um SageMaker domínio obtém um diretório de usuários em um volume 
compartilhado do Amazon Elastic File System na imagem. A localização do diretório do usuário 
atual no volume do Amazon Elastic File System é /home/sagemaker-user.

Metadados

Um arquivo de metadados está localizado em /opt/ml/metadata/resource-
metadata.json. Nenhuma variável de ambiente adicional é incluída às variáveis definidas na 
imagem. Para ter mais informações, consulte Obter metadados do aplicativo.

GPU

Em uma instância de GPU, a imagem é executada com a opção --gpus. Somente o kit de 
ferramentas CUDA deve ser incluído na imagem, não os drivers da NVIDIA. Para obter mais 
informações, consulte o Guia do usuário do NVIDIA.

Métricas e registro em log

Os registros do processo RSession são enviados para a Amazon CloudWatch na conta do 
cliente. O nome do grupo de logs é /aws/sagemaker/studio. O nome do fluxo de logs é
$domainID/$userProfileName/RSession/$appName.

Tamanho da imagem

O tamanho da imagem é limitado a 25 GB. Para ver o tamanho da sua imagem, execute docker 
image ls.
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Crie uma imagem personalizada do RStudio

Este tópico descreve como você pode criar uma imagem personalizada do RStudio usando o 
SageMaker console e o. AWS CLI Se você usar o AWS CLI, deverá executar as etapas em sua 
máquina local. As etapas a seguir não funcionam no Amazon SageMaker Studio Classic.

Quando você cria uma imagem, SageMaker também cria uma versão inicial da imagem. A versão 
da imagem representa uma imagem de contêiner no Registro de contêiner Amazon Elastic (ECR). 
A imagem de contêiner deve satisfazer os requisitos para ser usada no RStudio. Para ter mais 
informações, consulte Especificações de imagem personalizadas do RStudio.

Para obter informações sobre como testar sua imagem localmente e resolver problemas comuns, 
consulte o repositório SageMaker Studio Custom Image Samples.

Tópicos

• Adicione uma imagem SageMaker de contêiner RStudio Docker compatível ao Amazon ECR

• Crie uma SageMaker imagem a partir do console

• Criar uma imagem a partir do AWS CLI

Adicione uma imagem SageMaker de contêiner RStudio Docker compatível ao Amazon ECR

Use as seguintes etapas para adicionar uma imagem de contêiner do Docker ao Amazon ECR:

• Crie um repositório do Amazon ECR.

• Autentique no Amazon ECR.

• Crie uma imagem SageMaker do RStudio Docker compatível.

• Empurre a imagem para o repositório do Amazon ECR.

Note

O repositório do Amazon ECR deve estar na mesma Região da AWS que o seu domínio.

Criar e adicionar uma imagem do Docker ao Amazon ECR

1. Crie um repositório do Amazon ECR usando o AWS CLI. Para criar o repositório usando o 
console do Amazon ECR, consulte Criação de um repositório.
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aws ecr create-repository \ 
    --repository-name rstudio-custom \ 
    --image-scanning-configuration scanOnPush=true

Resposta:

{ 
    "repository": { 
        "repositoryArn": "arn:aws:ecr:us-east-2:acct-id:repository/rstudio-custom", 
        "registryId": "acct-id", 
        "repositoryName": "rstudio-custom", 
        "repositoryUri": "acct-id.dkr.ecr.us-east-2.amazonaws.com/rstudio-custom", 
        ... 
    }
}

2. Autentique-se no Amazon ECR usando o URI do repositório retornado como resposta do 
comando create-repository. Certifique-se de que o aplicativo Docker está em execução. 
Para obter mais informações, consulte Autenticação de registro.

aws ecr get-login-password | \ 
    docker login --username AWS --password-stdin <repository-uri>

Resposta:

Login Succeeded

3. Crie a imagem do Docker. Execute o seguinte comando no diretório que inclui seu Dockerfile.

docker build .

4. Marque sua imagem criada com uma tag exclusiva.

docker tag <image-id> "<repository-uri>:<tag>"

5. Empurre a imagem de contêiner para o repositório do Amazon ECR. Para obter mais 
informações, consulte ImagePushEnviar uma imagem.

docker push <repository-uri>:<tag>
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Resposta:

The push refers to repository [<account-id>.dkr.ecr.us-east-2.amazonaws.com/
rstudio-custom]
r: digest: <digest> size: 3066

Crie uma SageMaker imagem a partir do console

Como criar uma imagem

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Imagens.

4. Na página Imagens personalizadas, escolha Criar imagem.

5. Em Fonte da imagem, insira o caminho do registro para a imagem de contêiner no Amazon 
ECR. O caminho é tem o seguinte formato:

acct-id.dkr.ecr.region.amazonaws.com/repo-name[:tag] or [@digest]

6. Escolha Próximo.

7. Em Propriedades da imagem, insira o seguinte:

• Nome da imagem – O nome deve ser exclusivo para a sua conta Região da AWS atual.

• (Opcional) Nome de exibição da imagem – O nome exibido na interface de usuário do 
domínio. Quando não fornecido, Image name é exibido.

• (Opcional) Descrição – uma descrição da imagem.

• Função do IAM — A função deve ter a AmazonSageMakerFullAccesspolítica anexada. Use a 
lista suspensa para escolher uma das seguintes opções:

• Criar um novo perfil – Especifique quaisquer buckets adicionais do Amazon Simple Storage 
Service (Amazon S3) aos quais você deseja que os usuários dos cadernos tenham acesso. 
Se não quiser permitir acesso a buckets adicionais, escolha Nenhum.

SageMaker anexa a AmazonSageMakerFullAccess política à função. A função permite 
que os usuários de seus cadernos tenham acesso aos buckets do S3 listados ao lado das 
marcas de verificação.
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• Insira um ARN do perfil do IAM personalizado – Insira o nome do recurso da Amazon (ARN) 
da função do IAM.

• Uso da função existente – Escolha uma das suas funções existentes na lista.

• (Opcional) Tags de imagem – Escolha Adicionar nova tag. É possível adicionar até 50 tags. As 
tags podem ser pesquisadas usando o SageMaker console ou a SageMaker Search API.

8. Em Tipo de imagem, selecione Imagem do RStudio.

9. Escolha Enviar.

A nova imagem é exibida na lista de imagens personalizadas e destacada brevemente. Depois que 
a imagem for criada com êxito, você poderá escolher o nome da imagem para ver suas propriedades 
ou escolher Criar versão para criar outra versão.

Para criar outra versão da imagem

1. Escolha Criar versão na mesma linha da imagem.

2. Em Fonte da imagem, insira o caminho do registro para a imagem do Amazon ECR. A imagem 
não deve ser a mesma usada em uma versão anterior da SageMaker imagem.

Para usar a imagem personalizada no RStudio, você deve anexá-la ao seu domínio. Para ter mais 
informações, consulte Anexar uma SageMaker imagem personalizada.

Criar uma imagem a partir do AWS CLI

Esta seção mostra como criar uma SageMaker imagem personalizada da Amazon usando AWS CLI 
o.

Use as etapas a seguir para criar uma SageMaker imagem:

• Crie Image.

• Crie ImageVersion.

• Criar um arquivo de configuração.

• Crie AppImageConfig.
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Para criar as entidades SageMaker de imagem

1. Crie uma SageMaker imagem. O ARN do perfil deve ter pelo menos a política
AmazonSageMakerFullAccessPolicy anexada.

aws sagemaker create-image \ 
    --image-name rstudio-custom-image \ 
    --role-arn arn:aws:iam::<acct-id>:role/service-role/<execution-role>

Resposta:

{ 
    "ImageArn": "arn:aws:sagemaker:us-east-2:acct-id:image/rstudio-custom-image"
}

2. Crie uma versão de SageMaker imagem a partir da imagem. Passe o valor de tag exclusivo que 
você escolheu ao enviar a imagem para o Amazon ECR.

aws sagemaker create-image-version \ 
    --image-name rstudio-custom-image \ 
    --base-image <repository-uri>:<tag>

Resposta:

{ 
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/rstudio-
image/1"
}

3. Verifique se a versão da imagem foi criada com sucesso.

aws sagemaker describe-image-version \ 
    --image-name rstudio-custom-image \ 
    --version 1

Resposta:

{ 
    "ImageVersionArn": "arn:aws:sagemaker:us-east-2:acct-id:image-version/rstudio-
custom-image/1", 
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    "ImageVersionStatus": "CREATED"
}

Note

Se a resposta for "ImageVersionStatus": "CREATED_FAILED", a resposta 
também incluirá o motivo da falha. Um problema de permissão é uma causa comum 
de falha. Você também pode verificar seus Amazon CloudWatch Logs. O nome do 
grupo de logs é /aws/sagemaker/studio. O nome do fluxo de logs é $domainID/
$userProfileName/KernelGateway/$appName.

4. Crie um arquivo de configuração denominado app-image-config-input.json. A 
configuração da imagem do aplicativo é usada para configurar a execução de uma SageMaker 
imagem como um aplicativo Kernel Gateway.

{ 
    "AppImageConfigName": "rstudio-custom-config"
}

5. Crie o AppImageConfig usando o arquivo que você criou na etapa anterior.

aws sagemaker create-app-image-config \ 
    --cli-input-json file://app-image-config-input.json

Resposta:

{ 
    "AppImageConfigArn": "arn:aws:sagemaker:us-east-2:acct-id:app-image-config/r-
image-config"
}

Anexar uma SageMaker imagem personalizada

Este guia mostra como anexar uma imagem personalizada do RStudio ao seu SageMaker domínio 
Amazon usando o SageMaker console ou o AWS Command Line Interface (AWS CLI).

Para usar uma SageMaker imagem personalizada, você deve anexar uma imagem personalizada do 
RStudio ao seu domínio. Quando você anexa uma versão de imagem, ela aparece no Inicializador 
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do RStudio e está disponível na lista suspensa Selecionar imagem. Você usa o menu suspenso para 
alterar a imagem usada pelo RStudio.

Há um limite para o número de versões de imagens que você pode anexar. Depois de atingir o limite, 
você deve primeiro separar uma versão para poder anexar uma versão diferente da imagem.

Tópicos

• Anexe uma versão da imagem ao seu domínio usando o console

• Anexe uma versão de imagem existente ao seu domínio usando o AWS CLI

Anexe uma versão da imagem ao seu domínio usando o console

Você pode anexar uma versão de SageMaker imagem personalizada ao seu domínio usando 
o painel de controle do SageMaker console. Você também pode criar uma SageMaker imagem 
personalizada e uma versão de imagem e, em seguida, anexar essa versão ao seu domínio.

Para anexar uma imagem existente

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio desejado.

5. Escolha Ambiente.

6. Em Imagens do Custom SageMaker Studio Classic anexadas ao domínio, escolha Anexar 
imagem.

7. Em Fonte da imagem, escolha Imagem existente ou Nova imagem.

Se você selecionar Imagem existente, escolha uma imagem na loja de SageMaker imagens da 
Amazon.

Se você selecionar Nova imagem, forneça o caminho de registro do Amazon ECR para sua 
imagem do Docker. O caminho deve estar no mesmo Região da AWS que o Domínio. O 
repositório Amazon ECR deve estar na mesma conta do seu domínio, ou as permissões entre 
contas SageMaker devem estar habilitadas.

8. Escolha um imagem existente na lista.

9. Escolha uma versão da imagem na lista.
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10. Escolha Next (Próximo).

11. Insira valores para Nome da imagem, Nome de exibição da imagem e Descrição.

12. Escolha a Função do IAM. Para ter mais informações, consulte Crie uma imagem personalizada 
do RStudio.

13. (Opcional) Adicione tags à imagem.

14. (Opcional) Escolha Adicionar nova tag e, em seguida, adicione uma tag de configuração.

15. Em Tipo de imagem, selecione Imagem do RStudio.

16. Selecione Enviar.

Aguarde até que a versão da imagem seja anexada ao domínio. Depois que a versão é anexada, ela 
aparece na lista de imagens personalizadas e fica brevemente em destaque.

Anexe uma versão de imagem existente ao seu domínio usando o AWS CLI

Dois métodos são apresentados para anexar a versão da imagem ao domínio usando o AWS 
CLI. No primeiro método, você cria um novo domínio com a versão anexada. Esse método é mais 
simples, mas você deve especificar as informações e a função de execução da Amazon Virtual 
Private Cloud (Amazon VPC) necessárias para criar o domínio.

Se você já se integrou ao domínio, pode usar o segundo método para anexar a versão da imagem 
ao domínio atual. Nesse caso, você não precisa especificar as informações e a função de execução 
do Amazon VPC. Depois de anexar a versão, você deve excluir todos os aplicativos no domínio e 
reexecutar o Studio.

Anexar a SageMaker imagem a um novo domínio

Para usar esse método, você deve especificar uma função de execução que tenha a
AmazonSageMakerFullAccesspolítica anexada.

Use as etapas a seguir para criar o domínio e anexar a SageMaker imagem personalizada:

• Obtenha seu ID de VPC e IDs de sub-rede por padrão.

• Crie o arquivo de configuração para o domínio, que especifica a imagem.

• Crie o domínio com o arquivo de configuração.

Para adicionar a SageMaker imagem personalizada ao seu domínio

1. Obtenha seu ID de VPC padrão.
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aws ec2 describe-vpcs \ 
    --filters Name=isDefault,Values=true \ 
    --query "Vpcs[0].VpcId" --output text

Resposta:

vpc-xxxxxxxx

2. Obtenha os IDs de sub-rede padrão usando o ID da VPC da etapa anterior.

aws ec2 describe-subnets \ 
    --filters Name=vpc-id,Values=<vpc-id> \ 
    --query "Subnets[*].SubnetId" --output json

Resposta:

[ 
    "subnet-b55171dd", 
    "subnet-8a5f99c6", 
    "subnet-e88d1392"
]

3. Crie um arquivo de configuração denominado create-domain-input.json. Insira o ID da 
VPC, os IDs de sub-rede, ImageName e AppImageConfigName das etapas anteriores. Como 
o ImageVersionNumber não está especificado, a versão mais recente da imagem é usada, 
que é a única versão nesse caso. A função de execução deve atender aos requisitos em Pré-
requisitos.

{ 
  "DomainName": "domain-with-custom-r-image", 
  "VpcId": "<vpc-id>", 
  "SubnetIds": [ 
    "<subnet-ids>" 
  ], 
  "DomainSettings": { 
    "RStudioServerProDomainSettings": { 
      "DomainExecutionRoleArn": "<execution-role>" 
    } 
  }, 
  "DefaultUserSettings": { 
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    "ExecutionRole": "<execution-role>", 
    "RSessionAppSettings": { 
      "CustomImages": [ 
        { 
         "AppImageConfigName": "rstudio-custom-config", 
         "ImageName": "rstudio-custom-image" 
        } 
      ] 
     } 
  }, 
  "AuthMode": "IAM"
}

4. Crie o domínio com a SageMaker imagem personalizada anexada.

aws sagemaker create-domain \ 
    --cli-input-json file://create-domain-input.json

Resposta:

{ 
    "DomainArn": "arn:aws:sagemaker:region:acct-id:domain/domain-id", 
    "Url": "https://domain-id.studio.region.sagemaker.aws/..."
}

Anexar a SageMaker imagem a um domínio existente

Este método pressupõe que você já esteja integrado ao domínio. Para ter mais informações, 
consulte Visão geral SageMaker do Amazon Domain.

Note

Você deve excluir todos os aplicativos no domínio para atualizar o domínio com a nova 
versão de imagem. Para obter informações sobre como excluir esses aplicativos, consulte
Excluir um SageMaker domínio da Amazon.

Use as etapas a seguir para adicionar a SageMaker imagem ao seu domínio atual.

• Obtenha o DomainID seu no SageMaker console.
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• Use o DomainID para obter o DefaultUserSettings para o domínio.

• Adicione o ImageName e AppImageConfig como uma CustomImage ao
DefaultUserSettings.

• Atualize o domínio para incluir a imagem personalizada.

Para adicionar a SageMaker imagem personalizada ao seu domínio

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio desejado.

5. Escolha Configurações do domínio.

6. Em Configurações gerais, encontre o ID do domínio. O ID está no seguinte formato: d-
xxxxxxxxxxxx.

7. Use o ID do domínio para obter a descrição do domínio.

aws sagemaker describe-domain \ 
    --domain-id <d-xxxxxxxxxxxx>

Resposta:

{ 
    "DomainId": "d-xxxxxxxxxxxx", 
    "DefaultUserSettings": { 
      "KernelGatewayAppSettings": { 
        "CustomImages": [ 
        ], 
        ... 
      } 
    }
}

8. Salve a seção DefaultUserSettings da resposta em um arquivo chamado update-
domain-input.json.

9. Insira o ImageName e AppImageConfigName das etapas anteriores como uma imagem 
personalizada. Como o ImageVersionNumber não está especificado, a versão mais recente 
da imagem é usada, que é a única versão nesse caso.
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{ 
    "DefaultUserSettings": { 
        "RSessionAppSettings": {  
           "CustomImages": [  
              {  
                 "ImageName": "rstudio-custom-image", 
                 "AppImageConfigName": "rstudio-custom-config" 
              } 
           ] 
        } 
    }
}

10. Use o ID do domínio e o arquivo de configurações padrão do usuário para atualizar seu domínio.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://update-domain-input.json

Resposta:

{ 
    "DomainArn": "arn:aws:sagemaker:region:acct-id:domain/domain-id"
}

11. Exclua o aplicativo do RStudioServerPro. Você deve reiniciar o aplicativo de domínio 
compartilhado do RStudioServerPro para a interface do usuário do Inicializador do RStudio 
para obter as alterações mais recentes.

aws sagemaker delete-app \ 
    --domain-id <d-xxxxxxxxxxxx> --user-profile-name domain-shared \ 
    --app-type RStudioServerPro --app-name default

12. Para criar um novo aplicativo RStudioServerPro. Você deve criar esse aplicativo usando o 
AWS CLI.

aws sagemaker create-app \ 
    --domain-id <d-xxxxxxxxxxxx> --user-profile-name domain-shared \ 
    --app-type RStudioServerPro --app-name default
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Execute uma imagem personalizada do SageMaker no RStudio

Você pode usar sua imagem personalizada ao iniciar um aplicativo RStudio a partir do console. 
Depois de criar sua imagem personalizada do SageMaker e anexá-la ao seu domínio, a imagem 
aparece na caixa de diálogo do seletor de imagens do Inicializador do RStudio. Para iniciar um novo 
aplicativo RStudio, siga as etapas em Abra o RStudio Launcher e inicie RSessions e selecione sua 
imagem personalizada conforme mostrado na imagem a seguir.

Limpeza do recurso de imagem

Este guia mostra como limpar os recursos de imagem do RStudio que você criou nas seções 
anteriores. Para excluir uma imagem, conclua as etapas a seguir usando o console do SageMaker 
ou o AWS CLI, conforme mostrado neste guia.

• Desassocie a imagem e as versões da imagem do seu domínio no Amazon Sagemaker.

• Exclua a imagem, a versão da imagem e a configuração da imagem do aplicativo.
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Depois de concluir essas etapas, você pode excluir a imagem de contêiner e o repositório do 
Amazon ECR. Para obter mais informações sobre como excluir a imagem de contêiner e o 
repositório, consulte Excluir um repositório.

Limpe os recursos do console do SageMaker

Quando você desassocia uma imagem de um domínio, todas as versões da imagem são 
desassociadas. Quando uma imagem é desassociada, todos os usuários do domínio perdem o 
acesso às versões da imagem.

Para desassociar uma imagem

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio desejado.

5. Escolha Environment (Ambiente).

6. Em Imagens personalizadas anexadas ao domínio, escolha a imagem e escolha Desassociar.

7. (Opcional) Para excluir a imagem e todas as versões do SageMaker, selecione Excluir também 
as imagens selecionadas.... Isso não exclui as imagens associadas do Amazon ECR.

8. Escolha Detach (Desvincular).

Limpe os recursos do AWS CLI

Para limpar recursos

1. Desassocie a imagem e as versões da imagem do seu domínio passando uma lista vazia de 
imagens personalizadas para o domínio. Abra o arquivo update-domain-input.json que 
você criou em Anexe a SageMaker imagem ao seu domínio atual.

2. Exclua as imagens personalizadas RSessionAppSettings e salve o arquivo. Não modifique 
as imagens personalizadas KernelGatewayAppSettings.

{ 
    "DomainId": "d-xxxxxxxxxxxx", 
    "DefaultUserSettings": { 
      "KernelGatewayAppSettings": { 
         "CustomImages": [ 
         ], 
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         ... 
      }, 
      "RSessionAppSettings": {  
        "CustomImages": [  
        ], 
        "DefaultResourceSpec": {  
        } 
        ... 
      } 
    }
}

3. Use a ID do domínio e o arquivo de configurações do usuário padrão para atualizar seu domínio.

aws sagemaker update-domain \ 
    --domain-id <d-xxxxxxxxxxxx> \ 
    --cli-input-json file://update-domain-input.json

Resposta:

{ 
    "DomainArn": "arn:aws:sagemaker:us-east-2:acct-id:domain/d-xxxxxxxxxxxx"
}

4. Exclua a configuração da imagem do aplicativo.

aws sagemaker delete-app-image-config \ 
    --app-image-config-name rstudio-image-config

5. Exclua a imagem do SageMaker, que também exclui todas as versões da imagem. As imagens 
de contêiner no Amazon ECR que são representadas pelas versões da imagem não são 
excluídas.

aws sagemaker delete-image \ 
    --image-name rstudio-image

Gerenciar usuários

Depois que seu domínio SageMaker Amazon habilitado para RStudio estiver em execução, você 
poderá adicionar perfis de usuário UserProfiles () ao domínio. Os tópicos a seguir mostram como 
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criar perfis de usuário autorizados a usar o RStudio, bem como atualizar um perfil de usuário 
existente. Para obter informações sobre como excluir um aplicativo ou domínio do RStudio 
UserProfile, siga as etapas em Excluir um SageMaker domínio da Amazon.

Note

O limite para o número total de UserProfiles em um SageMaker domínio da Amazon é 60.

Há dois tipos de usuários:

• Não autorizado: este usuário não pode acessar o aplicativo RStudio. Por padrão, um novo usuário 
é Unauthorized se o domínio estiver habilitado para o RStudio.

• Autorizado: esse usuário pode acessar o aplicativo RStudio e usar uma das licenças do RStudio.

Se um usuário for autorizado, ele poderá receber um dos seguintes níveis de acesso ao RStudio.

• Usuário do RStudio: esse é um usuário padrão do RStudio e pode acessar o RStudio.

• Administrador do RStudio: O administrador do seu SageMaker domínio da Amazon tem a 
capacidade de criar usuários, adicionar usuários existentes e atualizar as permissões dos usuários 
existentes. Os administradores também podem acessar o painel administrativo do RStudio. No 
entanto, esse administrador não consegue atualizar os parâmetros gerenciados pela Amazon 
SageMaker.

Métodos para criar um usuário

Os tópicos a seguir mostram como criar um usuário em seu domínio Amazon habilitado para 
RStudio. SageMaker

Criar console de usuário

Para criar um usuário em seu domínio SageMaker Amazon habilitado para RStudio a partir do 
console, conclua as etapas em. Adicionar perfis de usuário

Criar CLI de usuário

O comando a seguir mostra como adicionar usuários a um SageMaker domínio da Amazon com 
a autenticação do IAM. Um usuário pode pertencer ao grupo de usuários R_STUDIO_USER ou
R_STUDIO_ADMIN.
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aws sagemaker create-user-profile --region <REGION> \ 
    --domain-id <DOMAIN-ID> \ 
    --user-profile-name <USER_PROFILE_NAME-ID> \ 
    --user-settings RStudioServerProAppSettings={UserGroup=<USER-GROUP>}

O comando a seguir mostra como adicionar usuários a um SageMaker domínio da Amazon com 
autenticação usando o IAM Identity Center. Um usuário pode pertencer ao grupo de usuários
R_STUDIO_USER ou R_STUDIO_ADMIN.

aws sagemaker create-user-profile --region <REGION> \ 
    --domain-id <DOMAIN-ID> \ 
    --user-profile-name <USER_PROFILE_NAME-ID> \ 
    --user-settings RStudioServerProAppSettings={UserGroup=<USER-GROUP>} \ 
    --single-sign-on-user-identifier UserName \ 
    --single-sign-on-user-value <USER-NAME>

Atualizar usuário existente

Você não pode atualizar a autorização de um usuário existente. Você deve excluir o usuário 
existente e criar um novo com a autorização atualizada.

Faça login no RStudio como outro usuário

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Selecione o domínio que contém o perfil do usuário.

5. Selecione um nome de usuário na lista de usuários. Isso abre uma nova página com detalhes 
sobre o perfil do usuário e os aplicativos em execução.

6. Selecione Iniciar.

7. No menu suspenso, selecione RStudio para iniciar uma instância do RStudio.

Encerrar sessões para outro usuário

1. Na lista de aplicativos em execução, identifique o aplicativo que você quer excluir.

2. Clique no botão Excluir aplicativo correspondente ao aplicativo que você está excluindo.

Gerencie o RStudio no SageMaker 1260

https://console.aws.amazon.com/sagemaker/


Amazon SageMaker Guia do Desenvolvedor

Excluir outro usuário

Você não pode excluir um usuário se ele estiver executando algum aplicativo. Exclua todos os 
aplicativos antes de tentar excluir um usuário.

1. Na página Perfil do usuário, selecione Editar. Isso abre uma nova página de configurações 
gerais.

2. Em Excluir usuário, selecione Excluir usuário.

Painel do administrador do RStudio

Este tópico mostra como acessar e usar o painel do administrador do RStudio. Com o painel 
administrativo do RStudio, os administradores podem gerenciar usuários e RSessions, bem 
como visualizar informações sobre a utilização da instância do RStudio Server e Amazon Logs. 
CloudWatch

Execute o painel do administrador do RStudio

A autorização R_STUDIO_ADMIN permite que o usuário acesse o painel do administrador do 
RStudio. Um usuário R_STUDIO_ADMIN pode acessar o painel do administrador do RStudio 
substituindo workspaces manualmente por admin no URL do RStudio. Veja a seguir como 
modificar o URL para acessar o painel administrativo do RStudio.

Por exemplo, o seguinte URL do RStudio:

https://<DOMAIN-ID>.studio.us-east-2.sagemaker.aws/rstudio/default/s/<SESSION-ID>/
workspaces

Pode ser convertido em:

https://<DOMAIN-ID>.studio.us-east-2.sagemaker.aws/rstudio/default/s/<SESSION-ID>/admin

Guia do Painel

Essa guia fornece uma visão geral da utilização da instância do RStudio Server, bem como 
informações sobre o número de RSessions ativas.
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Guia de Sessões

Essa guia fornece informações sobre as RSessions ativas, como o usuário que iniciou as RSessions, 
o horário em que as RSessions estão sendo executadas e a utilização de recursos.

Guia de usuários

Essa guia fornece informações sobre os usuários autorizados do RStudio no Domínio, como a hora 
em que a última RSession foi executada e a utilização dos recursos.

Guia de Estatísticas

Essa guia fornece informações sobre a utilização da sua instância do RStudio Server.

Guia de Registros

Essa guia exibe Amazon CloudWatch Logs para a instância do RStudio Server. Para obter mais 
informações sobre o registro de eventos com o Amazon CloudWatch Logs, consulte O que é o 
Amazon CloudWatch Logs? .

Desligue e reinicie o RStudio

Para desligar e reiniciar o Posit Workbench e o aplicativo RStudioServerPro associado, 
você deve primeiro desligar todas as suas RSessions existentes. Você pode desligar os 
aplicativos RSessionGateway de dentro do RStudio. Em seguida, você pode desligar o aplicativo 
RStudioServerPro usando o AWS CLI. Depois que o aplicativo RStudioServerPro for encerrado, você 
deverá reabrir o RStudio por meio do console do SageMaker.

Todas as informações do bloco de anotações não salvas são perdidas no processo. Os dados do 
usuário no volume do Amazon EFS não são afetados.

Note

Se você estiver usando uma imagem personalizada com o RStudio, certifique-se de que sua 
imagem do docker esteja usando uma versão do RStudio compatível com a versão do Posit 
Workbench usada pelo SageMaker depois de reiniciar seu aplicativo RStudioServerPro.

Os tópicos a seguir mostram como desligar os aplicativos RSessionGateway e RStudioServerPro. e 
depois reiniciá-los.
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Como suspender suas RSessions

Conclua o procedimento a seguir para suspender todas as RSessions.

1. No RStudio Launcher, identifique a RSession que você deseja suspender.

2. Selecione Suspender para a sessão.

3. Repita isso para todas as RSessions.

Como excluir as RSessions

Conclua o procedimento a seguir para fechar todas as RSessions.

1. No RStudio Launcher, identifique a RSession que você deseja excluir.

2. Selecione Sair para a sessão. Isso abre uma nova janela Sair da sessão.

3. Na janela Sair da sessão, selecione Forçar o encerramento para encerrar todos os processos 
secundários da sessão.

4. Selecione Sair da sessão para confirmar a exclusão da sessão.

5. Repita isso para todas as RSessions.

Como excluir seu aplicativo RStudioServerPro

Execute os comandos a seguir a partir do AWS CLI para excluir e reiniciar o aplicativo 
RStudioServerPro.

1. Exclua o aplicativo RStudioServerPro usando seu ID de domínio atual.

aws sagemaker delete-app \ 
    --domain-id <domainId> \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default

2. Como recriar o aplicativo RStudioServerPro.

aws sagemaker create-app \ 
    --domain-id <domainId> \ 
    --user-profile-name domain-shared \ 
    --app-type RStudioServerPro \ 
    --app-name default
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Gerencie Faturamento e custos

Para monitorar os custos associados ao seu ambiente RStudio, você pode usar o serviço AWS 
Billing and Cost Management; AWS Billing and Cost Management fornece ferramentas úteis para 
ajudar você a coletar informações relacionadas ao seu custo e uso, analisar o que eleva seus custos 
e as tendências de uso, e adotar medidas para controlar seus gastos. Para obter mais informações, 
consulte O que é Gerenciamento de faturamento e custos da AWS?

A seguir, descrevemos os componentes necessários para executar o RStudio no Amazon 
SageMaker e como cada componente influencia no faturamento da sua instância do RStudio.

• Licença do RStudio: você deve comprar uma licença do RStudio. Não há nenhuma cobrança 
adicional pelo uso da licença do RStudio com o Amazon SageMaker. Para obter mais informações 
sobre licenciamento do RStudio, consulte Licença do RStudio.

• RSession: são sessões de trabalho do RStudio lançadas por usuários finais. Você é cobrado 
enquanto a RSession está em execução.

• RStudio Server: um servidor multilocatário gerencia todas as RSessions. Você pode escolher o 
tipo de instância na qual executar o RStudio Server e pagar os custos relacionados. A instância 
padrão, “sistema”, é gratuita, mas você pode optar por pagar por níveis mais altos. Para obter 
mais informações sobre os tipos de instâncias disponíveis para o RStudio Server, consulte Tipo de 
StudioServerPro instância R.

Monitorando o faturamento no nível do usuário

Para monitorar o faturamento no nível do usuário usando tags de alocação de custos, consulte Como 
usar tags de alocação de custos.

Diagnostique problemas e obtenha suporte

As seções a seguir descrevem como diagnosticar problemas com o RStudio no Amazon SageMaker. 
Para obter suporte para o RStudio no Amazon SageMaker, entre em contato com o suporte do 
Amazon SageMaker. Para obter ajuda na compra de uma licença do RStudio ou na modificação do 
número de licenças, entre em contato com sales@rstudio.com.

Atualize sua versão

Se você receber um aviso de que há uma incompatibilidade de versão entre seus aplicativos 
RSession e RStudioServerPro, você deverá atualizar a versão do seu aplicativo RStudioServerPro. 
Para obter mais informações, consulte Atualize a versão do RStudio.
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Visalizar métricas e logs

Você pode monitorar o desempenho do seu fluxo de trabalho enquanto usa o RStudio no Amazon 
SageMaker. Visualize registros de dados e informações sobre métricas com o painel administrativo 
do RStudio ou o Amazon CloudWatch.

Visualize seus registros do RStudio no painel administrativo do RStudio

Você pode visualizar métricas e registros diretamente do painel administrativo do RStudio.

1. Faça login no seu domínio do Amazon SageMaker.

2. Navegue até o painel administrativo do RStudio seguindo as etapas em Painel do administrador 
do RStudio.

3. Escolha a guia Logs.

Visualize seus registros do RStudio a partir do Amazon CloudWatch Logs

O Amazon CloudWatch monitora os recursos da AWS e as aplicações que você executa na AWS 
em tempo real. Você pode usar o CloudWatch para coletar e monitorar métricas, que são as 
variáveis que é possível medir para avaliar seus recursos e suas aplicações. Para garantir que 
seus aplicativos do RStudio tenham permissões para o Amazon CloudWatch, você deve incluir as 
permissões descritas em Visão geral SageMaker do Amazon Domain. Não será necessário fazer 
nenhuma configuração para coletar Amazon CloudWatch Logs.

As etapas a seguir mostram como visualizar o Amazon CloudWatch Logs para a sua RSession.

Esses registros podem ser encontrados no stream de logs /aws/sagemaker/studio do console 
do CloudWatch AWS.

1. Abra o console do CloudWatch em https://console.aws.amazon.com/cloudwatch/.

2. Selecione Logs no lado esquerdo. No menu suspenso, selecione Log groups.

3. Na tela, Log groups pesquise por aws/sagemaker/studio. Selecione o grupo de logs.

4. Na tela aws/sagemaker/studio Log group, navegue até a guia Log streams.

5. Para encontrar os registros do seu domínio, pesquise Log streams usando o seguinte formato:

<DomainId>/domain-shared/rstudioserverpro/default
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Use o RStudio no Amazon SageMaker

Com o suporte do RStudio no Amazon SageMaker, você pode implementar seus fluxos de trabalho 
de produção e aproveitar os atributos do SageMaker. Os tópicos a seguir mostram como iniciar uma 
sessão do RStudio e concluir os principais fluxos de trabalho. Para obter informações sobre como 
gerenciar o RStudio no SageMaker, consulte Gerencie o RStudio no Amazon SageMaker.

Para obter informações sobre as etapas de integração para criar um domínio do Amazon SageMaker 
com o RStudio ativado, consulte Visão geral SageMaker do Amazon Domain. 

Para obter informações sobre as regiões AWS nas quais o RStudio no SageMaker é suportado, 
consulte Regiões e cotas compatíveis. 

Tópicos

• Colabore no RStudio

• Imagem base no R

• Colocalização do Aplicativo da RSession

• Abra o RStudio Launcher e inicie RSessions

• Publicar no RStudio Connect

• Acesse os SageMaker recursos da Amazon com o RStudio na Amazon SageMaker

Colabore no RStudio

Para compartilhar seu projeto do RStudio, você pode conectar o RStudio ao seu repositório Git. Para 
obter informações sobre como configurar isso, consulte Controle de versão com Git e SVN.

Nota: no momento, o compartilhamento de projetos e a colaboração em tempo real não são 
suportados pelo RStudio no Amazon SageMaker. 

Imagem base no R

Ao iniciar sua instância do RStudio, a imagem base no R serve como base para sua instância. Essa 
imagem estende a imagem do Docker r-session-complete. 

Essa imagem base no R inclui o seguinte:

• R v4.0 ou superior
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• Pacotes Python awscli, sagemaker e boto3

• Pacote reticulado para integração com R SDK

Colocalização do Aplicativo da RSession

Os usuários podem criar vários aplicativos RSession na mesma instância. Cada tipo de instância 
oferece suporte a até quatro aplicativos RSession colocalizados. Isso se aplica a cada usuário de 
forma independente. Por exemplo, se dois usuários criam aplicativos, o SageMaker aloca diferentes 
instâncias subjacentes para cada usuário. Cada uma dessas instâncias suportaria 4 aplicativos 
RSession.

Os clientes pagam apenas pelo tipo de instância usado, independentemente de quantos aplicativos 
RSession estejam sendo executados na instância. Se um usuário criar uma RSession com um tipo 
de instância associado diferente, uma nova instância subjacente será criada.

Abra o RStudio Launcher e inicie RSessions

Os tópicos a seguir mostram como usar o RStudio Launcher para iniciar as RSessions.

Abrir o RStudio Launcher

Abra o inicializador do RStudio usando o seguinte conjunto de procedimentos que corresponde ao 
seu ambiente.

Abra o RStudio Launcher no Amazon Console SageMaker

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, selecione RStudio.

3. Em Começar, selecione o domínio e o perfil de usuário a serem iniciados.

4. Escolha Launch Studio  (Iniciar Studio).

Abra o RStudio Launcher do Amazon Studio SageMaker

1. Navegue até o Studio seguindo as etapas emInicie o Amazon SageMaker Studio.

2. Em Aplicativos, selecione RStudio.

3. Na página inicial do RStudio, escolha Iniciar aplicativo.
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Abra o RStudio Launcher a partir do AWS CLI

O procedimento para abrir o RStudio Launcher usando o AWS CLI difere dependendo do método 
usado para gerenciar seus usuários.

IAM Identity Center

1. Use o portal de AWS acesso para abrir seu SageMaker domínio da Amazon.

2. Modifique o caminho do URL para “/rstudio/default” da seguinte forma.

#Studio URL
https://<domain-id>.studio.<region>.sagemaker.aws/jupyter/default/lab

#modified URL
https://<domain-id>.studio.<region>.sagemaker.aws/rstudio/default

IAM

Para abrir o RStudio Launcher no modo IAM AWS CLI, conclua o procedimento a seguir.

1. Crie um URL pré-assinado usando o comando a seguir.

aws sagemaker create-presigned-domain-url --region <REGION> \ 
    --domain-id <DOMAIN-ID> \ 
    --user-profile-name <USER-PROFILE-NAME>

2. Anexe StudioServerPro&redirect=R ao URL gerado.

3. Navegue até o URL atualizado.

Inicie as RSessions

Após o lançamento do RStudio Launcher, você pode criar uma nova RSession.

1. Selecione Nova sessão.

2. Insira um nome de sessão.

3. Selecione um tipo de instância em que a RSession é executada. Isso é padronizado como
ml.t3.medium.

4. Selecione uma imagem que sua RSession usa como kernel.

5. Selecione Start session (Iniciar sessão).
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6. Após a criação da sessão, você pode iniciá-la selecionando o nome. 

Note

Se você receber um aviso de que há uma incompatibilidade de versão entre seus 
StudioServerPro aplicativos RSession e R, você deverá atualizar a versão do seu 
aplicativo R. StudioServerPro Para ter mais informações, consulte Atualize a versão do 
RStudio.

Como suspender suas RSessions

1. No RStudio Launcher, identifique a RSession que você deseja suspender.

2. Selecione Suspender para a sessão.

Como excluir as RSessions

1. No RStudio Launcher, identifique a RSession que você deseja excluir.

2. Selecione Sair para a sessão. Isso abre uma nova janela Sair da sessão.

3. Na janela Sair da sessão, selecione Forçar o encerramento para encerrar todos os processos 
secundários da sessão.

4. Selecione Sair da sessão para confirmar a exclusão da sessão.

Publicar no RStudio Connect

O RStudio Connect permite que cientistas de dados publiquem insights, painéis e aplicativos web 
do RStudio no Amazon SageMaker. Para obter mais informações, consulte Host RStudio Connect e 
Gerenciador de pacotes para desenvolvimento de ML no RStudio no Amazon SageMaker.

Para obter mais informações sobre o RStudio Connect, consulte o Guia do usuário do RStudio 
Connect.

Acesse os SageMaker recursos da Amazon com o RStudio na Amazon SageMaker

Um dos benefícios de usar o RStudio na Amazon SageMaker é a integração dos SageMaker 
recursos da Amazon. Isso inclui a integração com o Amazon SageMaker Studio Classic e o 
Reticulate.
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Use o Amazon SageMaker Studio Classic e o RStudio na Amazon SageMaker

Suas instâncias do Amazon SageMaker Studio Classic e do RStudio compartilham o mesmo sistema 
de arquivos do Amazon EFS. Isso significa que os arquivos que você importa e cria usando o Studio 
Classic podem ser acessados usando o RStudio e vice-versa. Isso permite que você trabalhe nos 
mesmos arquivos usando o Studio Classic e o RStudio sem precisar mover seus arquivos entre os 
dois. Para obter mais informações sobre esse fluxo de trabalho, consulte o blog Announcing Fully 
Managed RStudio on Amazon SageMaker for Data Scientists.

Use o Amazon SageMaker SDK com reticulate

O pacote reticulado é usado como uma interface R para o Amazon  SageMaker Python SDK para 
fazer chamadas de API para a Amazon. SageMaker O pacote reticulado se traduz entre objetos R e 
Python, e a Amazon SageMaker fornece um ambiente de ciência de dados sem servidor para treinar 
e implantar modelos de Machine Learning (ML) em grande escala. Para obter informações gerais 
sobre o pacote reticulado, consulte a  Interface R para Python.

Para um blog que descreve como usar o pacote reticulado com a Amazon SageMaker, consulte 
Usando R com a Amazon. SageMaker

Os exemplos a seguir mostram como usar a reticulação para casos de uso específicos.

• Para um caderno que descreve como usar o reticulate para fazer transformações em lote e fazer 
previsões, consulte Batch Transform Using R with Amazon. SageMaker

• Para um notebook que descreve como usar o reticulate para realizar ajustes de hiperparâmetros e 
gerar previsões, consulte Otimização de hiperparâmetros usando R com a Amazon. SageMaker

Comece a usar o Editor de código no Amazon SageMaker Studio

O Code Editor, baseado no Code-OSS, Visual Studio Code - Open Source, ajuda você a escrever, 
testar, depurar e executar seu código de análise e aprendizado de máquina. O Code Editor se 
estende e é totalmente integrado ao Amazon SageMaker Studio. Ele também suporta extensões de 
ambiente de desenvolvimento integrado (IDE) disponíveis no Open VSX Registry.

O Code Editor tem a extensão AWSToolkit for VS Code pré-instalada, que Serviços da AWS permite 
conexões com um gerador de código de uso geral baseado em aprendizado de máquina que fornece 
recomendações de código em tempo real. Amazon CodeWhisperer Para obter mais informações 
sobre extensões, consulteConexões e extensões do editor de código.
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Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

Para iniciar o Code Editor, crie um espaço privado do Code Editor. O espaço do Editor de Código 
usa uma única instância do Amazon Elastic Compute Cloud (Amazon EC2) para sua computação 
e um único volume do Amazon Elastic Block Store (Amazon EBS) para seu armazenamento. Tudo 
em seu espaço, como seu código, perfil Git e variáveis de ambiente, é armazenado no mesmo 
volume do Amazon EBS. O volume tem 3.000 IOPS e uma taxa de transferência de 125 MBps. Seu 
administrador definiu as configurações padrão de armazenamento do Amazon EBS para seu espaço.

O tamanho de armazenamento padrão é 5 GB, mas seu administrador pode aumentar a 
quantidade de espaço que você recebe. Para ter mais informações, consulte Alterar o tamanho de 
armazenamento padrão.

Você pode escalar sua computação para cima ou para baixo alterando o tipo de instância do 
Amazon EC2 que executa seu aplicativo de editor de código. Antes de alterar o tipo de instância 
associada, você deve primeiro parar seu espaço no Editor de código. Para ter mais informações, 
consulte Instâncias e imagens do aplicativo Code Editor.

Seu administrador pode fornecer a você uma configuração de ciclo de vida para personalizar seu 
ambiente. Você pode especificar a configuração do ciclo de vida ao criar o espaço. Para ter mais 
informações, consulte Configurações do ciclo de vida do Code Editor.

Você também pode trazer seu próprio sistema de armazenamento de arquivos se tiver um volume do 
Amazon EFS.
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Tópicos

• Guia do usuário do Code Editor

• Guia do administrador do Code Editor

Guia do usuário do Code Editor

Os tópicos desta seção fornecem guias para usar o Editor de código, incluindo como iniciar, 
adicionar conexõesServiços da AWS, desligar recursos e muito mais. Depois de criar um espaço do 
Editor de Código, você pode acessar sua sessão do Editor de Código diretamente pelo navegador.

Em seu ambiente de editor de código, você pode fazer o seguinte:

• Acesse todos os artefatos persistentes em seu diretório pessoal

• Clone seus GitHub repositórios e confirme as alterações

• Acesse o SageMaker Python SDK

Você pode retornar ao Studio para revisar todos os ativos criados em seu ambiente de editor de 
código, como experimentos, pipelines ou trabalhos de treinamento.

Tópicos
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• Verifique a versão do Code Editor

• Instâncias e imagens do aplicativo Code Editor

• Inicie um aplicativo de editor de código no Studio

• Inicie um aplicativo Editor de código usando o AWS CLI

• Clonar um repositório no Editor de código

• Conexões e extensões do editor de código

• Saia e encerre os recursos

Verifique a versão do Code Editor

As etapas a seguir mostram como verificar a versão do seu aplicativo Editor de código.

Para verificar a versão do aplicativo Code Editor

1. Inicie e execute um espaço do Editor de Código e navegue até a interface do usuário do 
aplicativo Editor de Código. Para ter mais informações, consulte Inicie um aplicativo de editor de 
código no Studio.

2. No canto superior esquerdo da interface do editor de código, escolha o botão de menu 

() . 
Em seguida, escolha Ajuda. Em seguida, escolha Sobre.

Note

A versão atual do Editor de SageMaker Código é baseada na versão 1.83.1 doCode-OSS, 
Visual Studio Code -. Open Source

Instâncias e imagens do aplicativo Code Editor

Somente algumas instâncias são compatíveis com os aplicativos do Code Editor. Você pode 
escolher o tipo de instância compatível com seu caso de uso no menu suspenso Instância.

As instâncias Fast Launch iniciam muito mais rápido do que as outras instâncias. Para obter mais 
informações sobre os tipos de instância de execução rápida no Studio,Tipos de instância do Studio 
Classic disponíveis.
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Note

Se você usar um tipo de instância de GPU ao configurar seu aplicativo Code Editor, também 
deverá usar uma imagem baseada em GPU. A interface do usuário do espaço Code Editor 
seleciona automaticamente uma imagem compatível quando você seleciona seu tipo de 
instância.

Em um espaço, seus dados são armazenados em um volume do Amazon EBS que persiste 
independentemente da vida útil de uma instância. Você não perderá seus dados ao alterar as 
instâncias. Se seu espaço no Editor de código forRunning, você deverá interromper seu espaço 
antes de alterar os tipos de instância.

A tabela a seguir lista os ARNs das imagens de CPU e GPU do Editor de Código disponíveis para 
cada região.

Região CPU GPU

us-east-1 arn:aws:sagemaker:us-
east-1:885854791233:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:us-
east-1:885854791233:image/
sagemaker-distribution-gpu

us-east-2 arn:aws:sagemaker:us-
east-2:37914896644:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:us-
east-2:37914896644:image/
sagemaker-distribution-gpu

us-west-1 arn:aws:sagemaker:us-
west-1:053634841547:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:us-
west-1:053634841547:image/
sagemaker-distribution-gpu

us-west-2 arn:aws:sagemaker:us-
west-2:542918446943:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:us-
west-2:542918446943:image/
sagemaker-distribution-gpu

af-south-1 arn:aws:sagemaker:af-south- 
1:238384257742:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:af-south- 
1:238384257742:image/
sagemaker-distribution-gpu
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ap-east-1 arn:aws:sagemaker:ap-
east-1:523751269255:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:ap-
east-1:523751269255:image/
sagemaker-distribution-gpu

ap-south-1 arn:aws:sagemaker:ap-south- 
1:245090515133:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:ap-south- 
1:245090515133:image/
sagemaker-distribution-gpu

ap-northeast-2 arn:aws:sagemaker:ap-northe 
ast-2:064688005998:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-northe 
ast-2:064688005998:image/sa 
gemaker-distribution-gpu

ap-southeast-1 arn:aws:sagemaker:ap-southe 
ast-1:022667117163:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-southe 
ast-1:022667117163:image/sa 
gemaker-distribution-gpu

ap-southeast-2 arn:aws:sagemaker:ap-southe 
ast-2:648430277019:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-southe 
ast-2:648430277019:image/sa 
gemaker-distribution-gpu

ap-northeast-1 arn:aws:sagemaker:ap-northe 
ast-1:010972774902:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-northe 
ast-1:010972774902:image/sa 
gemaker-distribution-gpu

ca-central-1 arn:aws:sagemaker:ca-centra 
l-1:481561238223:image/sage 
maker-distribution-cpu

arn:aws:sagemaker:ca-centra 
l-1:481561238223:image/sage 
maker-distribution-gpu

eu-central-1 arn:aws:sagemaker:eu-centra 
l-1:545423591354:image/sage 
maker-distribution-cpu

arn:aws:sagemaker:eu-centra 
l-1:545423591354:image/sage 
maker-distribution-gpu

eu-west-1 arn:aws:sagemaker:eu-
west-1:819792524951:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-
west-1:819792524951:image/
sagemaker-distribution-gpu

eu-west-2 arn:aws:sagemaker:eu-
west-2:021081402939:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-
west-2:021081402939:image/
sagemaker-distribution-gpu
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eu-west-3 arn:aws:sagemaker:eu-
west-3:856416204555:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-
west-3:856416204555:image/
sagemaker-distribution-gpu

eu-north-1 arn:aws:sagemaker:eu-north- 
1:175620155138:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-north- 
1:175620155138:image/
sagemaker-distribution-gpu

eu-south-1 arn:aws:sagemaker:eu-south- 
1:810671768855:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:eu-south- 
1:810671768855:image/
sagemaker-distribution-gpu

sa-east-1 arn:aws:sagemaker:sa-
east-1:567556641782:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:sa-
east-1:567556641782:image/
sagemaker-distribution-gpu

ap-northeast-3 arn:aws:sagemaker:ap-northe 
ast-3:564864627153:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-northe 
ast-3:564864627153:image/sa 
gemaker-distribution-gpu

ap-southeast-3 arn:aws:sagemaker:ap-southe 
ast-3:370607712162:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:ap-southe 
ast-3:370607712162:image/sa 
gemaker-distribution-gpu

me-south-1 arn:aws:sagemaker:me-south- 
1:523774347010:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:me-south- 
1:523774347010:image/
sagemaker-distribution-gpu

me-central-1 arn:aws:sagemaker:me-centra 
l-1:358593528301:image/sage 
maker-distribution-cpu

arn:aws:sagemaker:me-centra 
l-1:358593528301:image/sage 
maker-distribution-gpu

il-central-1 arn:aws:sagemaker:il-centra 
l-1:080319125002:image/sage 
maker-distribution-cpu

arn:aws:sagemaker:il-centra 
l-1:080319125002:image/sage 
maker-distribution-gpu

cn-north-1 arn:aws:sagemaker:cn-north- 
1:674439102856:image/
sagemaker-distribution-cpu

arn:aws:sagemaker:cn-north- 
1:674439102856:image/
sagemaker-distribution-gpu
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cn-northwest-1 arn:aws:sagemaker:cn-northw 
est-1:651871951035:image/sa 
gemaker-distribution-cpu

arn:aws:sagemaker:cn-northw 
est-1:651871951035:image/sa 
gemaker-distribution-gpu

us-gov-west-1 arn:aws:sagemaker:us-gov-we 
st-1:300992924816:image/sag 
emaker-distribution-cpu

arn:aws:sagemaker:us-gov-we 
st-1:300992924816:image/sag 
emaker-distribution-gpu

us-gov-east-1 arn:aws:sagemaker:us-gov-ea 
st-1:300993876623:image/sag 
emaker-distribution-cpu

arn:aws:sagemaker:us-gov-ea 
st-1:300993876623:image/sag 
emaker-distribution-gpu

Se você encontrar limites de instância, entre em contato com seu administrador. Para obter mais 
armazenamento e computação para um usuário, os administradores podem solicitar um aumento nas 
cotas de um usuário. AWS Para obter mais informações sobre como solicitar um aumento de cota, 
consulte  SageMaker endpoints e cotas da Amazon.

Inicie um aplicativo de editor de código no Studio

Para configurar e acessar seu ambiente de desenvolvimento integrado do Editor de Código por 
meio do Studio, você deve criar um espaço do Editor de Código. Para obter mais informações sobre 
espaços no Studio, consulteEspaços do Amazon SageMaker Studio.
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O procedimento a seguir mostra como criar e executar um espaço do Editor de Código.

Para criar e executar um espaço do Editor de Código

1. Inicie a experiência atualizada do Studio. Para obter mais informações, consulte Launch Amazon 
SageMaker Studio.

2. Execute um destes procedimentos:

• Na interface atualizada do Amazon SageMaker Studio, selecione Editor de código no menu
Aplicativos.

• Na interface atualizada do Amazon SageMaker Studio, escolha Visualizar espaços do editor 
de código na seção Visão geral da página inicial do Studio.

3. No canto superior direito da página inicial do Editor de código, escolha Criar espaço para editor 
de código.

4. Insira um nome para seu espaço no Editor de código. O nome deve ter de 1 a 62 caracteres 
usando somente letras, números e traços.

5. Escolha Criar espaço.

6. Depois que o espaço for criado, você terá algumas opções antes de optar por executá-lo:
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• Você pode editar as configurações personalizadas do sistema de arquivos EFS, 
Armazenamento (GB), Configuração do ciclo de vida ou Anexar configurações 
personalizadas do sistema de arquivos EFS. As opções para essas configurações estão 
disponíveis com base nas especificações do administrador.

• No menu suspenso Instância, você pode escolher o tipo de instância mais compatível com 
seu caso de uso.

Se você usar um tipo de instância de GPU ao configurar seu aplicativo Code Editor, também 
deverá usar uma imagem baseada em GPU. Em um espaço, seus dados são armazenados 
em um volume do Amazon EBS que persiste independentemente da vida útil de uma 
instância. Você não perderá seus dados ao alterar as instâncias.

Note

Para atualizar as configurações de espaço, você deve primeiro interromper seu espaço.

7. Depois de atualizar suas configurações, escolha Run Space na página de detalhes do espaço.

8. Depois que o status do espaço forRunning, escolha Abrir editor de código para acessar sua 
sessão do editor de código.
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Na página inicial do Code Editor Studio, você pode filtrar e gerenciar espaços existentes.

Para gerenciar seus espaços do Editor de Código

1. Navegue até a página inicial do Code Editor Studio e filtre os espaços do Code Editor por Private 
to me ou Running.

2. Execute um destes procedimentos:

• Na página inicial do Code Editor Studio, na linha do nome do espaço de sua escolha, você 
pode Parar, Iniciar ou Abrir esse espaço na coluna Ação.

• Escolha o nome de um espaço na página inicial do Code Editor Studio. Isso leva você à 
página de detalhes do espaço, onde você também pode parar, iniciar ou abrir esse espaço 
ou atualizar as configurações do espaço.

Inicie um aplicativo Editor de código usando o AWS CLI

Para configurar e acessar seu ambiente de desenvolvimento integrado do Editor de Código por 
meio do AWS Command Line Interface (AWS CLI), você deve criar um espaço do Editor de Código. 
Certifique-se de conhecer o Pré-requisitos antes de seguir as etapas a seguir. Use o procedimento a 
seguir para criar e executar um espaço do Editor de código.

Para criar e executar um espaço do Editor de Código

1. Acesse um espaço usando AWS Identity and Access Management (IAM) ou AWS IAM Identity 
Center autenticação. Para obter mais informações sobre como acessar espaços usando oAWS 
CLI, consulte Acessando espaços usando o AWS Command Line Interface inEspaços do 
Amazon SageMaker Studio.

2. Crie um aplicativo e especifique CodeEditor como o app-type usando o comando a seguir.

Se você usar um tipo de instância de GPU ao criar seu aplicativo Code Editor, também deverá 
usar uma imagem baseada em GPU.

aws sagemaker create-app \
--domain-id domain-id \
--space-name space-name \
--app-type CodeEditor \
--app-name default \
--resource-spec "SageMakerImageArn=arn:aws:sagemaker:region:account-
id:image/sagemaker-distribution-cpu"
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Para obter mais informações sobre os ARNs de imagem do Editor de Código disponíveis, 
consulteInstâncias e imagens do aplicativo Code Editor.

3. Depois que o aplicativo Code Editor estiver em serviço, inicie o aplicativo usando uma URL 
pré-assinada. Você pode usar a describe-app API para verificar se seu aplicativo está em 
serviço. Use a create-presigned-domain-url API para criar um URL pré-assinado:

aws sagemaker create-presigned-domain-url \
--domain-id domain-id \
--space-name space-name \
--user-profile-name user-profile-name \
--session-expiration-duration-in-seconds 43200 \
--landing-uri app:CodeEditor:

4. Abra a URL gerada para começar a trabalhar em seu aplicativo Editor de código.

Clonar um repositório no Editor de código

Você pode navegar pelas pastas e clonar um repositório na janela Explorer da interface do usuário 
do aplicativo Code Editor.

Para clonar um repositório, siga as seguintes etapas:

Para clonar um repositório

1. Abra seu aplicativo Editor de código no navegador e escolha o botão Exploração

( ) 
no painel de navegação esquerdo.

2. Escolha Clone Repository na janela Explorer. Em seguida, forneça uma URL do repositório ou 
escolha uma fonte do repositório no prompt.

3. Escolha uma pasta para clonar seu repositório. Observe que a pasta padrão do Editor de Código 
é/home/sagemaker-user/. A clonagem do seu repositório pode levar algum tempo.

4. Para abrir o repositório clonado, escolha Abrir em nova janela ou Abrir.

5. Para retornar à página inicial da interface do usuário do aplicativo Code Editor, escolha
Cancelar.

6. Dentro do repositório, um prompt pergunta se você confia nos autores dos arquivos em seu novo 
repositório. Você tem duas opções:
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a. Para confiar na pasta e ativar todos os recursos, escolha Sim, confio nos autores.

b. Para navegar pelo conteúdo do repositório no modo restrito, escolha Não, não confio nos 
autores.

No modo restrito, as tarefas não podem ser executadas, a depuração é desativada, as 
configurações do espaço de trabalho não são aplicadas e as extensões têm funcionalidade 
limitada.

Para sair do modo restrito, confiar nos autores de todos os arquivos em sua pasta atual ou 
na pasta principal e habilitar todos os recursos, escolha Gerenciar no banner Modo restrito.

Conexões e extensões do editor de código

O Code Editor suporta conexões IDE e extensões disponíveis no Open VSX Registry. Serviços da 
AWS

Conexões com AWS

Os ambientes do Code Editor são integrados ao AWSToolkit for VS Code para adicionar 
conexõesServiços da AWS. Para começar a usar conexões comServiços da AWS, você deve ter 
credenciais válidas AWS Identity and Access Management (IAM). Para obter mais informações, 
consulte Autenticação e acesso ao AWS Toolkit for Visual Studio Code.

Em seu ambiente de editor de código, você pode adicionar conexões para:

• AWSExplorer — Visualize, modifique e implante AWS recursos no Amazon S3 e muito mais. 
CloudWatch

O acesso a determinados recursos no AWS Explorer requer certas AWS permissões. Para obter 
mais informações, consulte Autenticação e acesso ao AWS Toolkit for Visual Studio Code.

• Amazon CodeWhisperer— Crie aplicativos mais rapidamente com sugestões de código baseadas 
em IA.

Para usar Amazon CodeWhisperer com o Editor de código, você deve adicionar as seguintes 
permissões à sua função de SageMaker execução.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
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    { 
      "Sid": "CodeWhispererPermissions", 
      "Effect": "Allow", 
      "Action": ["codewhisperer:GenerateRecommendations"], 
      "Resource": "*" 
    } 
  ]
}

Para obter mais informações, consulte Como criar políticas do IAM e Adicionar e remover 
permissões de identidade do IAM no Guia do usuário do IAM.

Extensões

O Code Editor suporta extensões IDE disponíveis no Open VSX Registry.

Para começar a usar extensões em seu ambiente do Editor de código, escolha o ícone Extensões

( ) 
no painel de navegação esquerdo. Aqui, você pode configurar as conexões AWS instalando AWS 
Toolkit o. Para obter mais informações, consulte Instalar a AWS Toolkit for Visual Studio Code.

Na barra de pesquisa, você pode pesquisar diretamente extensões adicionais por meio do Open VSX 
Registry, como o AWS Toolkit Jupyter e muito mais. Python

Saia e encerre os recursos

No canto superior esquerdo do ambiente do Editor de código, escolha o ícone do menu 

() . 
Em seguida, escolha SageMaker: Sair.

Pare seu espaço por meio do Studio

Para interromper seu espaço no Editor de código no Studio, use as seguintes etapas:

Para interromper seu espaço no Editor de código no Studio

1. Retorne à página inicial do Code Editor fazendo o seguinte:

a. Na barra de navegação no canto superior esquerdo, escolha Editor de código.
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b. Como alternativa, no painel de navegação esquerdo, escolha Editor de código no menu
Aplicativos.

2. Encontre o nome do espaço do editor de código que você criou. Se o status do seu espaço 
for Em execução, escolha Parar na coluna Ação. Você também pode interromper seu espaço 
diretamente na página de detalhes do espaço escolhendo Interromper espaço. O espaço pode 
levar algum tempo para parar.

Recursos adicionais, como SageMaker endpoints, clusters do Amazon EMR (Amazon EMR) e 
buckets do Amazon Simple Storage Service (Amazon S3) criados a partir do Studio, não são 
excluídos automaticamente quando sua instância espacial é encerrada. Para parar de acumular 
cobranças de recursos, exclua quaisquer recursos adicionais. Para obter mais informações, consulte
Excluir recursos não utilizados.

Encerre os recursos usando o AWS CLI

Você pode excluir o aplicativo e o espaço do Editor de Código usando o AWS Command Line 
Interface (AWS CLI).

• DeleteApp

• DeleteSpace

Guia do administrador do Code Editor

Você pode usar o Code Editor com uma instância sob demanda para acelerar o tempo de 
inicialização e armazenar dados configuráveis. Você pode iniciar um aplicativo de editor de código 
por meio do Amazon SageMaker Studio ou doAWS CLI. Você também pode editar as configurações 
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padrão do Editor de código no console do Domínio. Para ter mais informações, consulte Exibir e 
Editar Domínios.

Tópicos

• Pré-requisitos

• Dê aos seus usuários acesso a espaços privados

• Alterar o tamanho de armazenamento padrão

• Configurações do ciclo de vida do Code Editor

Pré-requisitos

Para usar o Code Editor, baseado no Code-OSS, Visual Studio Code - Open Source, primeiro faça a 
integração com o SageMaker Amazon Domain e crie um perfil de usuário. Para ter mais informações, 
consulte Visão geral SageMaker do Amazon Domain.

Se você estiver interagindo com seu aplicativo Editor de código usando oAWS CLI, você também 
deverá preencher os seguintes pré-requisitos.

• Atualize a AWS CLI seguindo as etapas em Instalar a versão da AWS CLI atual.

• Em sua máquina local, execute aws configure e forneça suas credenciais da AWS. Para obter 
informações sobre as credenciais da AWS, consulte Compreensão e obtenção de suas credenciais 
da AWS.

Para obter mais armazenamento e computação para seu aplicativo, você pode solicitar um aumento 
em suas AWS cotas. Para obter mais informações sobre como solicitar um aumento de cota, 
consulte  SageMaker endpoints e cotas da Amazon.

Dê aos seus usuários acesso a espaços privados

Esta seção fornece uma política que concede ao usuário acesso a espaços privados. Você também 
pode usar a política para restringir espaços privados e aplicativos associados a eles ao proprietário 
associado ao perfil do usuário.

Você deve fornecer aos seus usuários permissões para o seguinte:

• Espaços privados

• O perfil de usuário necessário para acessar os espaços privados

Guia do administrador do Code Editor 1285

https://docs.aws.amazon.com/cli/latest/userguide/install-cliv1.html#install-tool-bundled
https://docs.aws.amazon.com/general/latest/gr/aws-sec-cred-types.html
https://docs.aws.amazon.com/general/latest/gr/aws-sec-cred-types.html
https://docs.aws.amazon.com/general/latest/gr/sagemaker.html


Amazon SageMaker Guia do Desenvolvedor

Para fornecer permissões, anexe a política a seguir às funções do IAM de seus usuários.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 

      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:app/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioCreatePresignedDomainUrlForUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreatePresignedDomainUrl" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:user-profile/
${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
    }, 
    { 
      "Sid": "SMStudioAppPermissionsListAndDescribe", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:ListApps", 
        "sagemaker:ListDomains", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListSpaces", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeSpace" 
      ], 
      "Resource": "*" 
    }, 
    { 
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      "Sid": "SMStudioAppPermissionsTagOnCreate", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:*/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:TaggingAction": "false" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictSharedSpacesWithoutOwners", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:space/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictSpacesToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:space/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:$Região da AWS:
$111122223333:user-profile/${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
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          "sagemaker:SpaceSharingType": [ 
            "Private", 
            "Shared" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "SMStudioRestrictCreatePrivateSpaceAppsToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:{{Region}}:{{AccountId}}:app/
${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:
${aws:Region}:${aws:PrincipalAccount}:user-profile/${sagemaker:DomainId}/
${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private" 
          ] 
        } 
      } 
    }, 
  ]
} 
         

Alterar o tamanho de armazenamento padrão

Você pode alterar as configurações de armazenamento padrão dos seus usuários. Você também 
pode alterar as configurações de armazenamento padrão com base nos requisitos organizacionais e 
nas necessidades dos usuários.

Para alterar o tamanho do armazenamento de seus usuários, faça o seguinte:

1. Atualize as configurações de armazenamento do Amazon EBS no domínio.

2. Crie um perfil de usuário e especifique as configurações de armazenamento dentro dele.
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Use o comando a seguir AWS Command Line Interface (AWS CLI) para atualizar o domínio.

aws --region $REGION sagemaker update-domain \
--domain-id $DOMAIN_ID \
--default-user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":5, 
            "MaximumEbsVolumeSizeInGb":100 
        } 
    }
}'                  

Use o AWS CLI comando a seguir para criar o perfil do usuário e especificar as configurações de 
armazenamento padrão.

aws --region $REGION sagemaker create-user-profile \
--domain-id $DOMAIN_ID \
--user-profile-name $USER_PROFILE_NAME \
--user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":5, 
            "MaximumEbsVolumeSizeInGb":100 
        } 
    }
}'                    

Use os AWS CLI comandos a seguir para atualizar as configurações de armazenamento padrão no 
perfil do usuário.

aws --region $REGION sagemaker update-user-profile \
--domain-id $DOMAIN_ID \
--user-profile-name $USER_PROFILE_NAME \
--user-settings '{ 
    "SpaceStorageSettings": { 
        "DefaultEbsStorageSettings":{ 
            "DefaultEbsVolumeSizeInGb":25, 
            "MaximumEbsVolumeSizeInGb":200 
        } 
    }
}'                

Guia do administrador do Code Editor 1289



Amazon SageMaker Guia do Desenvolvedor

Configurações do ciclo de vida do Code Editor

Você pode usar as configurações do ciclo de vida do Code Editor para automatizar a personalização 
do seu ambiente Studio. Essa personalização inclui a instalação de pacotes personalizados, 
a configuração de extensões, o pré-carregamento de conjuntos de dados e a configuração de 
repositórios de código-fonte.

As instruções a seguir usam o AWS Command Line Interface (AWS CLI) para criar, anexar, depurar 
e desanexar configurações de ciclo de vida para o tipo de aplicativo: CodeEditor

• Crie e anexe configurações de ciclo de vida no Studio

• Depure as configurações do ciclo de vida no Studio

• Separe as configurações do ciclo de vida no Studio

Crie e anexe configurações de ciclo de vida no Studio

A seção a seguir fornece AWS CLI comandos para criar uma configuração de ciclo de vida, anexar 
uma configuração de ciclo de vida ao criar um novo perfil de usuário e anexar uma configuração de 
ciclo de vida ao atualizar um perfil de usuário. Para pré-requisitos e etapas gerais sobre como criar e 
anexar configurações de ciclo de vida no Studio, consulte. Criar e associar uma configuração de ciclo 
de vida

Ao criar sua configuração de ciclo de vida do Studio com o create-studio-lifecycle-
config comando, certifique-se de especificar que é. studio-lifecycle-config-app-type
CodeEditor O exemplo a seguir mostra como criar uma nova configuração de ciclo de vida do 
Studio para seu aplicativo Code Editor.

aws sagemaker create-studio-lifecycle-config \
--studio-lifecycle-config-name my-code-editor-lcc \
--studio-lifecycle-config-content $LCC_CONTENT \
--studio-lifecycle-config-app-type CodeEditor 

Anote o ARN da configuração de ciclo de vida recém-criada que é retornada. Ao anexar 
uma configuração de ciclo de vida, forneça esse ARN na lista de. LifecycleConfigArns
CodeEditorAppSettings

Você pode anexar uma configuração de ciclo de vida ao criar um perfil de usuário ou domínio. O 
exemplo a seguir mostra como criar um novo perfil de usuário com a configuração de ciclo de vida 
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anexada. Você também pode criar um novo domínio com uma configuração de ciclo de vida anexada 
usando o comando create-domain.

# Create a new UserProfile
aws sagemaker create-user-profile \
--domain-id domain-id \
--user-profile-name user-profile-name \
--user-settings '{
"CodeEditorAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
}'

Como alternativa, você pode anexar uma configuração de ciclo de vida ao atualizar um perfil 
de usuário ou domínio. O exemplo a seguir mostra como atualizar um perfil de usuário com a 
configuração do ciclo de vida anexada. Você também pode atualizar um novo domínio com uma 
configuração de ciclo de vida anexada usando o comando update-domain.

# Update a UserProfile
aws sagemaker update-user-profile \
--domain-id domain-id \
--user-profile-name user-profile-name \
--user-settings '{
"CodeEditorAppSettings": { 
  "LifecycleConfigArns": 
    [lifecycle-configuration-arn-list] 
  }
}'

Depure as configurações do ciclo de vida no Studio

Para obter instruções sobre como depurar as configurações do ciclo de vida no Studio, consulte.
Configuração de depuração do ciclo de vida

Para encontrar os registros de um aplicativo específico, pesquise os fluxos de registros usando o 
seguinte formato:

domain-id/space-name/CodeEditor/default/LifecycleConfigOnStart

Guia do administrador do Code Editor 1291

https://awscli.amazonaws.com/v2/documentation/api/latest/reference/opensearch/create-domain.html
https://awscli.amazonaws.com/v2/documentation/api/latest/reference/sagemaker/update-domain.html


Amazon SageMaker Guia do Desenvolvedor

Separe as configurações do ciclo de vida no Studio

Para ver as etapas sobre como desanexar as configurações do ciclo de vida no Studio, consulte.
Separe as configurações do ciclo de vida

Para separar uma configuração de ciclo de vida usando oAWS CLI, remova a configuração de ciclo 
de vida desejada da lista de configurações de ciclo de vida anexada ao recurso. Em seguida, passe 
a lista como parte do respectivo comando:

• update-user-profile

• update-domain

Por exemplo, o comando a seguir remove todas as configurações de ciclo de vida do aplicativo Code 
Editor anexado ao domínio.

aws sagemaker update-domain --domain-id domain-id \
--default-user-settings '{
"CodeEditorAppSettings": { 
  "LifecycleConfigArns": 
    [] 
  }
}'

Crie uma configuração de ciclo de vida para clonar repositórios em um aplicativo de editor de código

Esta seção mostra como clonar um repositório e criar um aplicativo de editor de código com a 
configuração do ciclo de vida anexada.

1. Na sua máquina local, crie um arquivo chamado my-script.sh com o seguinte conteúdo:

#!/bin/bash
set -eux

2. Clone o repositório de sua escolha em seu script de configuração do ciclo de vida.

export REPOSITORY_URL="https://github.com/aws-samples/sagemaker-studio-lifecycle-
config-examples.git"
git -C /home/sagemaker-user clone $REPOSITORY_URL

3. Depois de finalizar seu script, crie e anexe sua configuração de ciclo de vida. Para ter mais 
informações, consulte Crie e anexe configurações de ciclo de vida no Studio.
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4. Crie seu aplicativo Code Editor com a configuração do ciclo de vida anexada.

aws sagemaker create-app \
--domain-id domain-id \
--space-name space-name \
--app-type CodeEditor \
--app-name default \
--resource-spec "SageMakerImageArn=arn:aws:sagemaker:region:image-account-
id:image/sagemaker-distribution-
cpu,LifecycleConfigArn=arn:aws:sagemaker:region:user-account-id:studio-lifecycle-
config/my-code-editor-lcc,InstanceType=ml.t3.large" 

Para obter mais informações sobre os ARNs de imagem do Editor de Código disponíveis, 
consulteInstâncias e imagens do aplicativo Code Editor.

Crie uma configuração de ciclo de vida para instalar extensões do Code Editor

Esta seção mostra como criar uma configuração de ciclo de vida para instalar extensões do Open 
VSX Registry em seu ambiente de editor de código.

1. Na sua máquina local, crie um arquivo chamado my-script.sh com o seguinte conteúdo:

#!/bin/bash
set -eux

2. Dentro do script, instale a extensão Open VSX Registry de sua escolha:

sagemaker-code-editor --install-extension AmazonEMR.emr-tools --extensions-dir /
opt/amazon/sagemaker/sagemaker-code-editor-server-data/extensions

Você pode recuperar o nome da extensão a partir da URL da extensão no Open VSX Registry. 
O nome da extensão a ser usado no sagemaker-code-editor comando deve conter 
todo o texto a seguir https://open-vsx.org/extension/ na URL. Substitua todas as 
instâncias de uma barra (/) por um ponto (.). Por exemplo, AmazonEMR/emr-tools deveria 
serAmazonEMR.emr-tools.
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3. Depois de finalizar seu script, crie e anexe sua configuração de ciclo de vida. Para ter mais 
informações, consulte Crie e anexe configurações de ciclo de vida no Studio.

4. Crie seu aplicativo Code Editor com a configuração do ciclo de vida anexada:

aws sagemaker create-app \
--domain-id domain-id \
--space-name space-name \
--app-type CodeEditor \
--app-name default \
--resource-spec "SageMakerImageArn=arn:aws:sagemaker:region:image-account-
id:image/sagemaker-distribution-
cpu,LifecycleConfigArn=arn:aws:sagemaker:region:user-account-id:studio-lifecycle-
config/my-code-editor-lcc,InstanceType=ml.t3.large" 

Para obter mais informações sobre os ARNs de imagem do Editor de Código disponíveis, 
consulteInstâncias e imagens do aplicativo Code Editor. Para obter mais informações sobre 
conexões e extensões, consulteConexões e extensões do editor de código.

SageMaker HyperPod

SageMaker HyperPod ajuda você a provisionar clusters resilientes para executar cargas de 
trabalho de aprendizado de máquina (ML) e desenvolver state-of-the-art modelos como modelos 
de linguagem grande (LLMs), modelos de difusão e modelos básicos (FMs). Ele acelera o 
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desenvolvimento de FMs ao eliminar o trabalho pesado indiferenciado envolvido na criação 
e manutenção de clusters de computação em grande escala alimentados por milhares de 
aceleradores, como AWS Trainium e unidades de processamento gráfico (GPUs) NVIDIA A100 e 
H100. Quando os aceleradores falham, os clusters de autorrecuperação detectam e substituem 
automaticamente o hardware defeituoso em tempo real, para que você possa se concentrar na 
execução de cargas de trabalho de ML por semanas e meses sem interrupções. Além disso, com 
SageMaker HyperPod, você pode personalizar seu ambiente de computação para melhor atender 
às suas necessidades e configurá-lo com as bibliotecas de treinamento SageMaker distribuídas da 
Amazon para obter um desempenho ideal emAWS.

Clusters operacionais

Você pode criar, configurar e manter SageMaker HyperPod clusters graficamente por meio da 
interface de usuário (UI) do console e programaticamente por meio da interface de AWS linha de 
comando (CLI) ou. AWS SDK for Python (Boto3) Com o Amazon VPC, você pode proteger a rede 
de clusters e também aproveitar as vantagens de configurar seu cluster com recursos em sua VPC, 
como o Amazon FSx for Lustre, que oferece a taxa de transferência mais rápida. Você também pode 
atribuir funções diferentes do IAM aos grupos de instâncias do cluster e limitar as ações que os 
recursos e os usuários do cluster podem operar. Para saber mais, consulte the section called “Operar 
SageMaker HyperPod”.

Configurando seu ambiente de ML

SageMaker HyperPod é executadothe section called “SageMaker HyperPod DLAMI”, o que configura 
um ambiente de ML nos HyperPod clusters. Você pode configurar personalizações adicionais para 
o DLAMI fornecendo scripts de ciclo de vida para dar suporte ao seu caso de uso. Para saber mais 
sobre como configurar scripts de ciclo de vida, consulte e. the section called “Começando com 
SageMaker HyperPod” the section called “Modelos de script de configuração do ciclo de vida”

Agendamento de trabalhos

Depois de criar um HyperPod cluster com sucesso, os usuários do cluster podem fazer login nos 
nós do cluster (como nó principal ou controlador, nó de login e nó de trabalho) e agendar trabalhos 
para executar cargas de trabalho de aprendizado de máquina. Para saber mais, consulte the section 
called “Execute trabalhos em HyperPod clusters”.

Resiliência contra falhas de hardware

SageMaker HyperPod executa verificações de integridade nos nós do cluster e fornece uma 
funcionalidade de retomada automática da carga de trabalho. Com os recursos de resiliência de 
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cluster do HyperPod, você pode retomar sua carga de trabalho a partir do último ponto de verificação 
salvo, depois que os nós defeituosos forem substituídos por outros íntegros em clusters com mais de 
16 nós. Para saber mais, consulte the section called “Resiliência do cluster”.

Registro e gerenciamento de clusters

Você pode encontrar métricas SageMaker HyperPod de utilização de recursos e registros do ciclo 
de vida na Amazon CloudWatch e gerenciar SageMaker HyperPod recursos marcando-os. Cada 
execução de CreateCluster API cria um fluxo de registros distinto, nomeado em <cluster-
name>-<timestamp> formato. No fluxo de log, você pode verificar os nomes dos hosts, o nome dos 
scripts de ciclo de vida com falha e as saídas dos scripts com falha, como e. stdout stderr Para 
ter mais informações, consulte the section called “Gerenciamento de clusters”.

Compatível com SageMaker ferramentas

Usando SageMaker HyperPod, você pode configurar clusters com bibliotecas de comunicação 
coletiva AWS otimizadas oferecidas pela SageMaker, como a biblioteca de paralelismo de dados 
SageMaker distribuídos (SMDDP). A biblioteca SMDDP implementa a AllGather operação 
otimizada para a infraestrutura de AWS computação e rede para as instâncias de aprendizado de 
SageMaker máquina de maior desempenho com GPUs NVIDIA A100. Para saber mais, consulte the 
section called “Agende trabalhos para cargas de trabalho de treinamento distribuídas em SageMaker 
HyperPod”.

Tópicos

• SageMaker HyperPod pré-requisitos

• Começando com SageMaker HyperPod

• Operar SageMaker HyperPod

• Execute trabalhos em SageMaker HyperPod clusters

• SageMaker HyperPod resiliência de clusters

• SageMaker HyperPod gerenciamento de clusters

• SageMaker HyperPod referência

• Notas SageMaker HyperPod de lançamento da Amazon

SageMaker HyperPod pré-requisitos

As seções a seguir explicam os pré-requisitos que você precisa preparar antes de começar. 
SageMaker HyperPod
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Tópicos

• SageMaker HyperPod cotas

• Configurar usuários e funções do IAM para SageMaker HyperPod usuários e recursos

• Configurar AWS Systems Manager e executar como para controle de acesso do usuário do cluster

• (Opcional) Configure SageMaker HyperPod com sua Amazon VPC

• (Opcional) Configurar SageMaker HyperPod com o Amazon FSx for Lustre

SageMaker HyperPod cotas

Você pode criar SageMaker HyperPod clusters considerando as cotas de uso do cluster em sua 
AWS conta.

Important

Para saber mais sobre SageMaker HyperPod preços, consulte the section called “SageMaker 
HyperPod preços” Amazon SageMaker Pricing.

Veja as SageMaker HyperPod cotas da Amazon usando o AWS Management Console

Procure os valores padrão e aplicados de uma cota, também conhecida como limite, para uso do 
cluster, que é usada para SageMaker HyperPod.

1. Abra o console de Service Quotas.

2. No painel de navegação à esquerda, escolha AWS services (Serviços da ).

3. Na lista de AWSserviços, pesquise e selecione Amazon SageMaker.

4. Na lista Service quotas (Cotas de serviço) é possível ver o nome da cota de serviço, o valor 
aplicado (se estiver disponível), a cota da AWS padrão e se o valor da cota for ajustável.

5. Na barra de pesquisa, digite uso do cluster. Isso mostra as cotas para uso do cluster, as cotas 
aplicadas e as cotas padrão.

Para aumentar as SageMaker HyperPod cotas da Amazon usando o AWS Management Console

Aumente suas cotas no nível da conta ou do recurso.

1. Para aumentar a cota de instâncias para uso do cluster, selecione a cota que você deseja 
aumentar.
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2. Se a cota for ajustável, você poderá solicitar um aumento de cota no nível da conta ou do recurso 
com base no valor listado na coluna Ajustabilidade.

3. Em Aumentar valor da cota, insira o novo valor. O novo valor deve ser maior que o valor atual.

4. Escolha Solicitar.

5. Para visualizar qualquer solicitação pendente ou resolvida recentemente no console, navegue até 
a guia Histórico de solicitações na página de detalhes do serviço ou escolha Painel no painel de 
navegação. Para solicitações pendentes, escolha o status da solicitação para abrir o recibo da 
solicitação. O status inicial de uma solicitação é Pending (Pendente). Depois que o status mudar 
para Cota solicitada, você verá o número do caso comAWS Support. Escolha o número do caso 
para abrir o tíquete de sua solicitação.

Para saber mais sobre como solicitar um aumento de cota em geral, consulte Solicitando um 
aumento de cota no Service Quotas AWS User Guide.

Configurar usuários e funções do IAM para SageMaker HyperPod usuários e recursos

Há três camadas principais de SageMaker HyperPod usuários: administrador de AWS contas,
administradores de cluster (como arquitetos de nuvem) e usuários de cluster (como cientistas de 
aprendizado de máquina). O administrador da AWS conta deve configurar os usuários do IAM 
anexando as permissões ou políticas corretas para administradores de cluster. Para administradores 
de cluster, o administrador da AWS conta também deve criar funções do IAM que os administradores 
de cluster possam usar para que os SageMaker HyperPod clusters assumam a execução e a 
comunicação com AWS os recursos necessários, como Amazon S3AWS Systems Manager, 
CloudWatch Amazon e (SSM). Por fim, os administradores do cluster podem conceder aos usuários 
do cluster permissões para fazer login nos SageMaker HyperPod clusters por meio do SSM Agent.

Tópicos

• Configurar usuários do IAM para administradores de cluster

• Configurar usuários do IAM para usuários de cluster

• Função do IAM para SageMaker HyperPod

Configurar usuários do IAM para administradores de cluster

Os administradores de cluster são arquitetos de nuvem que operam e configuram SageMaker 
HyperPod clusters, executando as tarefas emthe section called “Operar SageMaker HyperPod”. O 
exemplo de política a seguir inclui o conjunto mínimo de permissões para administradores de cluster 
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executarem as APIs SageMaker HyperPod principais e gerenciarem qualquer cluster em sua AWS 
conta.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateCluster", 
                "sagemaker:ListClusters" 
            ], 
            "Resource": "*"     
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DeleteCluster", 
                "sagemaker:DescribeCluster", 
                "sagemaker:DescribeClusterNode", 
                "sagemaker:ListClusterNodes", 
                "sagemaker:UpdateCluster" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account-id:cluster/*"     
        } 
    ]
}

Para conceder permissões para acessar o SageMaker console, use o exemplo de política fornecido 
em Permissões necessárias para usar o SageMaker console da Amazon.

Para conceder permissões para acessar o console do SSM, use o exemplo de política fornecido em
Usando o AWS Systems Manager console no Guia do AWS Systems Manager usuário.

Você também pode considerar anexar a AmazonSageMakerFullAccesspolítica aos usuários do 
IAM; no entanto, observe que a AmazonSageMakerFullAccess política concede permissões para 
todas as chamadas, recursos e recursos da SageMaker API.

Para obter orientação sobre usuários do IAM em geral, consulte Usuários do IAM no Guia AWS 
Identity and Access Management do usuário.
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Configurar usuários do IAM para usuários de cluster

Os usuários do cluster são engenheiros de aprendizado de máquina que fazem login e 
executam cargas de trabalho de ML em nós de SageMaker HyperPod cluster provisionados por 
administradores de cluster. Para usuários de cluster em sua AWS conta, você deve conceder a 
permissão "ssm:StartSession" para executar o start-session comando SSM. Veja a seguir 
um exemplo de política para usuários do IAM.

Permissões do IAM para todos os recursos

Adicione a política a seguir para dar a um usuário do IAM permissões de sessão de SSM para se 
conectar a um alvo de SSM para todos os recursos.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
                "ssm:TerminateSession" 
            ], 
            "Resource": "*"     
        } 
    ]
}

Função do IAM para SageMaker HyperPod

Para que SageMaker HyperPod os clusters sejam executados e se comuniquem 
com AWS os recursos necessários, você precisa vincular os gerenciados
AmazonSageMakerClusterInstanceRolePolicyaos grupos de instâncias do cluster. 
Com essa política AWS gerenciada, os grupos de instâncias de SageMaker HyperPod cluster 
assumem a função de se comunicar com a Amazon CloudWatch, o Amazon S3 e o AWS 
Systems Manager Agent (SSM Agent). Essa política gerenciada é o requisito mínimo para 
que SageMaker HyperPod os recursos sejam executados adequadamente, então você 
deve fornecer uma função do IAM com essa política para todos os grupos de instâncias. O
AmazonSageMakerClusterInstanceRolePolicy tem as seguintes permissões:

• logs - Necessário para permitir SageMaker HyperPod a publicação de fluxos de log.
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• cloudwatch — Necessário para permitir SageMaker HyperPod a publicação CloudWatch de 
métricas.

• s3 - Necessário SageMaker HyperPod para permitir a listagem e a recuperação de arquivos de um 
bucket do Amazon S3 em sua conta com o prefixo. sagemaker-

• ssmmessages - Necessário para permitir que o Agente SSM se comunique com os serviços de 
back-end do SSM. Os diretores podem usar o SSM Agent para criar e abrir canais de controle e 
dados. SageMaker inicia e gerencia o SSM Agent quando ele inicia uma instância de cluster.

Tip

Dependendo da sua preferência em criar o nível de permissões para vários grupos de 
instâncias, você também pode configurar várias funções do IAM e anexá-las a diferentes 
grupos de instâncias. Quando você configura o acesso do usuário do cluster a nós 
específicos do SageMaker HyperPod cluster, os nós assumem a função com as permissões 
seletivas que você anexou manualmente.
Quando você, como administrador da AWS conta ou administrador do cluster, configura 
o acesso do usuário do cluster a nós específicos do cluster por meio de AWS Systems 
Manager(consulte tambémthe section called “Configurar AWS Systems Manager e executar 
como para controle de acesso do usuário do cluster”), os nós do cluster assumem a função 
com as permissões seletivas que você anexa manualmente.

Depois de concluir a criação das funções do IAM, anote seus nomes e ARNs. Você usa as funções 
ao criar um SageMaker HyperPod cluster, concedendo as permissões corretas necessárias para que 
cada grupo de instâncias se comunique com AWS os recursos necessários.

(Opcional) Permissões adicionais para uso SageMaker HyperPod com a Amazon Virtual Private 
Cloud

Se você quiser usar sua própria Amazon Virtual Private Cloud (VPC) em vez da SageMaker VPC 
padrão, adicione as seguintes permissões adicionais à função do IAM para. SageMaker HyperPod

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
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        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups", 
        "ec2:DetachNetworkInterface" 
    ], 
    "Resource": "*"
}
{ 
    "Effect": "Allow", 
    "Action": "ec2:CreateTags", 
    "Resource": [ 
        "arn:aws:ec2:*:*:network-interface/*" 
    ]
}

A lista a seguir detalha quais permissões são necessárias para habilitar as funcionalidades 
SageMaker HyperPod do cluster quando você configura o cluster com sua própria Amazon VPC.

• As ec2 permissões a seguir são necessárias para permitir a configuração de um SageMaker 
HyperPod cluster com sua VPC.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ], 
    "Resource": "*"
}

• A ec2 permissão a seguir é necessária para ativar a funcionalidade de SageMaker HyperPod 
retomada automática.
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{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:DetachNetworkInterface" 
    ], 
    "Resource": "*"
}

• A ec2 permissão a seguir SageMaker HyperPod permite criar tags nas interfaces de rede da sua 
conta.

{ 
    "Effect": "Allow", 
    "Action": "ec2:CreateTags", 
    "Resource": [ 
        "arn:aws:ec2:*:*:network-interface/*" 
    ]
}

Configurar AWS Systems Manager e executar como para controle de acesso do 
usuário do cluster

the section called “SageMaker HyperPod DLAMI”vem com AWS Systems Manager(SSM) pronto 
para uso para ajudar você a gerenciar o acesso aos grupos de instâncias SageMaker HyperPod do 
cluster. Esta seção descreve como criar usuários do sistema operacional (SO) em seus SageMaker 
HyperPod clusters e associá-los a usuários e funções do IAM. Isso é útil para autenticar sessões 
SSM usando as credenciais da conta de usuário do sistema operacional.

Ative o Run As em sua AWS conta

Como administrador AWS da conta ou administrador da nuvem, você pode gerenciar o acesso aos 
SageMaker HyperPod clusters em uma função do IAM ou nível de usuário usando o recurso Run As 
no SSM. Com esse recurso, você pode iniciar cada sessão de SSM usando o usuário do sistema 
operacional associado à função ou ao usuário do IAM.

Para ativar o Run As em sua AWS conta, siga as etapas em Ativar o suporte ao Run As para nós 
gerenciados do Linux e macOS. Se você já criou usuários de sistema operacional em seu cluster, 
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certifique-se de associá-los às funções ou usuários do IAM, marcando-os conforme orientado na
Opção 2 da etapa 5, em Para ativar o suporte Run As para nós gerenciados do Linux e macOS.

Prepare um script para configurar usuários Linux

Para concluir a configuração dos usuários do cluster para acessar um HyperPod cluster por meio 
do SSM, você precisa configurar um script para adicionar usuários enquanto prepara os scripts de 
configuração do ciclo de vida para criar um cluster. HyperPod No repositório de modelos fornecido 
emthe section called “Modelos de script de configuração do ciclo de vida”, há um script chamado
add_users.sh que consome os dados do usuário de. shared_users.txt Também há um 
modelo chamadoshared_users_sample.txt, então consulte o arquivo de texto de amostra para 
preencher e criar um shared_users.txt arquivo. Observe que você precisará fazer o upload dos 
dois arquivos como parte da preparação e do upload de scripts de ciclo de vida em um bucket do S3, 
onde você aprenderá. the section called “Começando com SageMaker HyperPod”

(Opcional) Configure SageMaker HyperPod com sua Amazon VPC

Se você não fornecer uma VPC, SageMaker HyperPod use a SageMaker VPC padrão. Se você 
quiser usar sua própria VPC para se conectar SageMaker HyperPod aos AWS recursos em 
sua VPC, precisará fornecer o nome, o ID, o ID da sub-rede e o ID do grupo de Região da AWS 
segurança da VPC ao criar. SageMaker HyperPod Se você quiser criar uma nova VPC, consulte
Criar uma VPC padrão ou Criar uma VPC no Guia do usuário da Amazon Virtual Private Cloud.

É importante que você crie todos os seus recursos na mesma zona de disponibilidade Região da 
AWS e configure as regras do grupo de segurança para permitir a conexão entre os recursos.

Por exemplo, suponha que você crie uma VPC na região. us-west-2 Em seguida, você deve criar 
uma sub-rede nessa VPC na us-west-2a Zona de Disponibilidade e criar um grupo de segurança, 
que permita todo o tráfego de entrada (entrada) de dentro do grupo de segurança e permita todo o 
tráfego de saída.

Você também precisa garantir que a VPC tenha conexão com o. Amazon Simple Storage Service 
Se você configurar sua VPC, os grupos de instâncias não terão acesso à Internet. Eles não podem 
se conectar aos buckets do Amazon S3 para acessar ou armazenar arquivos como scripts de ciclo 
de vida, dados de treinamento e artefatos de modelo, a menos que você crie um VPC endpoint que 
permita o acesso. Ao criar um VPC endpoint, você permite que os grupos de instâncias acessem 
os buckets do S3 dentro da mesma VPC. Recomendamos que você também crie uma política 
personalizada para que apenas solicitações da sua VPC privada acessem os buckets do S3. Para 
obter mais informações, consulte Endpoints para Amazon S3.
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(Opcional) Configurar SageMaker HyperPod com o Amazon FSx for Lustre

Para começar a usar SageMaker HyperPod e mapear caminhos de dados entre o cluster e seu 
sistema de arquivos FSx for Lustre, selecione um dos Regiões da AWS suportados pelo. SageMaker 
HyperPod Depois de escolher a Região da AWS que você prefere, você também deve determinar 
qual zona de disponibilidade (AZ) usar. Se você usar nós de SageMaker HyperPod computação 
em AZs diferentes das AZs em que seu sistema de arquivos FSx for Lustre está configurado dentro 
do Região da AWS mesmo, pode haver sobrecarga de comunicação e rede. Recomendamos que 
você use a mesma AZ física da conta de SageMaker HyperPod serviço para evitar qualquer tráfego 
cruzado de AZ entre SageMaker HyperPod clusters e seu sistema de arquivos FSx for Lustre. Além 
disso, verifique se você o configurou com sua VPC. Se você quiser usar o Amazon FSx como o 
principal sistema de arquivos para armazenamento, você deve configurar SageMaker HyperPod 
clusters com VPC.

Começando com SageMaker HyperPod

Comece a criar seu primeiro SageMaker HyperPod cluster e conheça as funcionalidades de 
operação do SageMaker HyperPod cluster.

Você pode criar um SageMaker HyperPod cluster por meio da interface do usuário do SageMaker 
console ou dos AWS CLI comandos. Este tutorial mostra como criar um novo SageMaker HyperPod 
cluster com o Slurm, que é um software popular de agendamento de carga de trabalho. Depois de 
concluir este tutorial, você saberá como fazer login nos nós do cluster usando os AWS Systems 
Manager comandos (aws ssm). Depois de concluir este tutorial, consulte também the section 
called “Operar SageMaker HyperPod” para saber mais sobre as preparações SageMaker HyperPod 
básicas e the section called “Execute trabalhos em HyperPod clusters” como agendar trabalhos no 
cluster provisionado.

Tópicos

• Usando a interface do usuário SageMaker HyperPod do console

• Usando os AWS CLI comandos para as SageMaker HyperPod APIs

Usando a interface do usuário SageMaker HyperPod do console

Crie seu primeiro SageMaker HyperPod cluster usando a interface SageMaker HyperPod do console.

Começando com SageMaker HyperPod 1305



Amazon SageMaker Guia do Desenvolvedor

Crie seu primeiro SageMaker HyperPod cluster

As instruções a seguir demonstram como criar um novo SageMaker HyperPod cluster usando a 
interface do usuário do SageMaker console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Escolha HyperPod Clusters no painel de navegação esquerdo.

3. Na página SageMaker HyperPod Clusters, escolha Criar cluster.

4. Na Etapa 1: Configurações do cluster, especifique um nome para o novo cluster. Ignore a seção
Tags.

5. Na Etapa 2: grupos de instâncias, adicione grupos de instâncias. Cada grupo de instâncias pode 
ser configurado de forma diferente, e você pode criar um cluster heterogêneo que consiste em 
vários grupos de instâncias com vários tipos de instância. Para que os scripts de configuração 
do ciclo de vida sejam executados no grupo de instâncias durante a criação do cluster, você 
pode começar usando os exemplos de scripts de ciclo de vida fornecidos no repositório do
Awsome Distributed Training. GitHub

a. Em Nome do grupo de instâncias, especifique um nome para o grupo de instâncias.

b. Em Selecionar tipo de instância, escolha a instância para o grupo de instâncias.

c. Em Quantidade, especifique um número inteiro que não exceda a cota de instância para 
uso do cluster.

d. Para arquivos de script do caminho do S3 para o ciclo de vida, insira o caminho do Amazon 
S3 no qual seus scripts de ciclo de vida estão armazenados.

i. Faça o download de uma cópia dos scripts do ciclo de vida em um diretório no seu 
computador local.

git clone https://github.com/aws-samples/awsome-distributed-training/

ii. Abaixo 1.architectures/5.sagemaker_hyperpods/LifecycleScripts/
base-config, você encontra um conjunto completo de scripts de ciclo de vida. Para 
saber mais sobre os scripts de ciclo de vida, consulte também. the section called 
“Modelos de script de configuração do ciclo de vida”

iii. Abra e edite o arquivo nomeado provisioning_params.json para especificar 
parâmetros básicos para nomear os recursos do cluster. Por exemplo, se você estiver 
criando um cluster com a configuração do Slurm, ele provisioning_params.json
deverá ser semelhante ao seguinte.
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{ 
    "workload_manager": "slurm", 
    "controller_group": "my-controller-group", 
    "login_group": "my-login-group", // Optional 
    "worker_groups": [ 
        { 
            "instance_group_name": "worker-group-1", 
            "partition_name": "partition-1" 
        } 
    ]
}

Você pode editar os valores-chave do controller_grouplogin_group,
instance_group_name e partition_name as chaves dos respectivos valores.

iv. Faça o upload dos scripts para o seu bucket do Amazon S3. Crie um bucket S3 para o 
qual o caminho esteja no seguinte formato:s3://sagemaker-<unique-s3-bucket-
name>/<lifecycle-script-directory>/src. Você pode criar esse bucket 
usando o console do Amazon S3.

Note

Você deve sagemaker- prefixar o caminho do bucket do S3, porque o ??? with
AmazonSageMakerClusterInstanceRolePolicy permite que os principais 
acessem somente os buckets do S3 com esse prefixo específico.

e. Em Caminho do diretório para seu script de ciclo de vida ao ser criado, insira o nome do 
arquivo do script de ciclo de vida em Caminho do S3 para arquivos de script de ciclo de 
vida.

f. Para a função do IAM, escolha a função do IAM que você criou usando a
AmazonSageMakerClusterInstanceRolePolicy da seçãothe section called “Função 
do IAM para SageMaker HyperPod”.

g. Para Threads per core em Configuração avançada, especifique 1 para desabilitar o 
multithreading e 2 para habilitar o multithreading. Para descobrir qual tipo de instância 
suporta multithreading, consulte a tabela de referência de núcleos de CPU e threads por 
núcleo de CPU por tipo de instância no Amazon Elastic Compute Cloud User Guide.

6. Na Etapa 3: Configuração avançada, defina as configurações de rede dentro e fora in-and-out do 
cluster. Selecione sua própria VPC se você já tiver uma que dê SageMaker acesso à sua VPC. 
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Se você não tiver uma, mas quiser criar uma nova VPC, siga as instruções em Criar uma VPC 
no Guia do usuário da Amazon Virtual Private Cloud. Você pode deixar como nenhuma VPC 
para usar a SageMaker VPC padrão.

7. Na Etapa 4: revisar e criar, revise a configuração que você definiu da etapa 1 a 3 e conclua o 
envio da solicitação de criação do cluster.

8. O novo cluster deve aparecer em Clusters no painel principal do SageMaker HyperPod console. 
Você pode verificar o status exibido na coluna Status.

9. Depois que o status do cluster mudar paraInService, os usuários do cluster podem começar 
a fazer login nos nós do cluster. Para obter mais informações sobre como acessar os nós do 
cluster e executar cargas de trabalho de ML, consultethe section called “Execute trabalhos em 
HyperPod clusters”.

Exclua o cluster e limpe os recursos

Depois de testar com êxito a criação de um SageMaker HyperPod cluster, ele continua sendo 
executado no InService estado até que você exclua o cluster. Recomendamos que você exclua 
todos os clusters criados usando SageMaker instâncias sob demanda quando não estiverem em 
uso para evitar cobranças de serviço contínuas com base nos preços sob demanda. Neste tutorial, 
você criou um cluster que consiste em dois grupos de instâncias. Um deles usa uma instância C5, 
portanto, certifique-se de excluir o cluster seguindo as instruções emthe section called “Excluir um 
SageMaker HyperPod cluster”.

No entanto, se você tiver criado um cluster com capacidade computacional reservada, o status dos 
clusters não afetará o faturamento do serviço.

Para limpar os scripts de ciclo de vida do bucket do S3 usados neste tutorial, acesse o bucket do S3 
usado durante a criação do cluster e remova completamente os arquivos.

Se você testou a execução de qualquer carga de trabalho no cluster, verifique se você carregou 
algum dado ou se seu trabalho salvou algum artefato em diferentes buckets do S3 ou serviços 
do sistema de arquivos, como Amazon FSx for Lustre e Amazon Elastic File System. Para evitar 
cobranças, exclua todos os artefatos e dados do armazenamento ou do sistema de arquivos.

Usando os AWS CLI comandos para as SageMaker HyperPod APIs

Crie seu primeiro SageMaker HyperPod cluster usando os AWS CLI comandos para HyperPod.
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Crie seu primeiro SageMaker HyperPod cluster

Veja as instruções a seguir sobre como criar um novo SageMaker HyperPod cluster usando o 
AWS CLI comando (aws sagemaker create-cluster), que opera a SageMaker HyperPod
CreateCluster API no back-end.

1. Prepare e carregue scripts de ciclo de vida em seu bucket do S3 para execução em cada grupo 
de instâncias durante a criação do cluster.

s3://sagemaker-<unique-s3-bucket-name>/<lifecycle-script-directory>/src/
on_create.sh

Note

Você deve sagemaker- prefixar o caminho do bucket do S3, porque o ??? with
AmazonSageMakerClusterInstanceRolePolicy permite que os principais 
acessem somente os buckets do S3 com o prefixo específico.

Se você não tiver um conjunto de scripts de configuração do ciclo de vida, use exemplos de 
scripts fornecidos no repositório do Awsome Distributed Training. GitHub As subetapas a seguir 
mostram como fazer o download, o que modificar e como fazer upload para o bucket do S3.

a. Faça o download de uma cópia das amostras de script do ciclo de vida em um diretório no 
seu computador local.

git clone https://github.com/aws-samples/awsome-distributed-training/

b. Abaixo 1.architectures/5.sagemaker_hyperpods/LifecycleScripts/base-
config, você encontra um conjunto completo de scripts de ciclo de vida. Para saber mais 
sobre os exemplos de scripts de ciclo de vida, consulte também. the section called “Modelos 
de script de configuração do ciclo de vida”

c. Abra e edite o arquivo nomeado provisioning_params.json para especificar 
parâmetros básicos para nomear os recursos do cluster. Por exemplo, se você estiver 
criando um cluster com a configuração do Slurm, ele provisioning_params.json
deverá ser semelhante ao seguinte.

{ 
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    "workload_manager": "slurm", 
    "controller_group": "my-controller-group", 
    "login_group": "my-login-group", // Optional 
    "worker_groups": [ 
        { 
            "instance_group_name": "worker-group-1", 
            "partition_name": "partition-1" 
        } 
    ]
}

Você pode editar os valores-chave do controller_grouplogin_group,
instance_group_name e partition_name as chaves dos respectivos valores.

d. Faça o upload dos scripts paras3://sagemaker-<unique-s3-bucket-
name>/<lifecycle-script-directory>/src. Você pode fazer isso usando o console 
S3 ou executando o seguinte comando AWS CLI S3.

aws s3 sync \ 
    ~/local-dir-for-lifecycle-scripts/* \  
    s3://sagemaker-<unique-s3-bucket-name>/<lifecycle-script-directory>/src

2. Prepare um arquivo de CreateClustersolicitação no formato JSON. O exemplo de solicitação a 
seguir é baseado nos nós necessários para grupos definidos provisioning_params.json
na Etapa 1.2. O requisito mínimo para o Slurm é um controlador e um grupo de trabalhadores.
ParaExecutionRole, forneça o ARN da função do IAM que você criou com o gerenciado
AmazonSageMakerClusterInstanceRolePolicy em Pré-requisitos.

// create_cluster.json
{ 
   "ClusterName": "cluster-slurm-default-vpc", 
   "InstanceGroups": [  
       {  
         "ExecutionRole": "string", 
         "InstanceCount": number, 
         "InstanceGroupName": "my-controller-group", 
         "InstanceType": "string", 
         "LifeCycleConfig": {  
            "OnCreate": "on_create_lifecycle_script.sh", 
            "SourceS3Uri": "s3://<your-s3-bucket>/<lifecycle-script-directory>/src" 
         }, 
         "ThreadsPerCore": number

Começando com SageMaker HyperPod 1310

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateCluster.html
https://quip-amazon.com/O0RNAmjmZkbo#temp:C:FYG97232318a70646ab9da643941
https://quip-amazon.com/O0RNAmjmZkbo#temp:C:FYG97232318a70646ab9da643941


Amazon SageMaker Guia do Desenvolvedor

      }, 
      {  
         "ExecutionRole": "string", 
         "InstanceCount": number, 
         "InstanceGroupName": "my-login-group", 
         "InstanceType": "string", 
         "LifeCycleConfig": {  
            "OnCreate": "on_create_lifecycle_script.sh", 
            "SourceS3Uri": "s3://<your-s3-bucket>/<lifecycle-script-directory>/src" 
         }, 
         "ThreadsPerCore": number
      } 
   ]
}

3. Execute o comando a seguir para criar o cluster.

aws sagemaker create-cluster --cli-input-json file://complete/path/to/
create_cluster.json

Isso deve retornar o ARN do cluster criado.

4. Execute describe-cluster para verificar o status do cluster.

aws sagemaker describe-cluster --cluster-name cluster-slurm-default-vpc

Depois que o status do cluster mudar paraInService, vá para a próxima etapa.

5. Execute list-cluster-nodes para verificar os detalhes dos nós do cluster.

aws sagemaker list-cluster-nodes --cluster-name cluster-slurm-default-vpc

Isso retorna uma resposta e InstanceId é o que os usuários do cluster precisam para logar 
(aws ssm) neles. Para obter mais informações sobre como fazer login nos nós do cluster e 
executar cargas de trabalho de ML, consultethe section called “Execute trabalhos em HyperPod 
clusters”.

Exclua o cluster e limpe os recursos

Depois de testar com êxito a criação de um SageMaker HyperPod cluster, ele continua sendo 
executado no InService estado até que você exclua o cluster. Recomendamos que você exclua 
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todos os clusters criados usando a SageMaker capacidade sob demanda quando não estiverem em 
uso para evitar cobranças de serviço contínuas com base nos preços sob demanda. Neste tutorial, 
você criou um cluster que consiste em dois grupos de instâncias. Um deles usa uma instância C5, 
portanto, certifique-se de excluir o cluster executando o comando a seguir.

aws sagemaker delete-cluster --cluster-name cluster-slurm-default-vpc

Para limpar os scripts de ciclo de vida do bucket do S3 usados neste tutorial, acesse o bucket do S3 
usado durante a criação do cluster e remova completamente os arquivos.

Se você testou a execução de qualquer carga de trabalho no cluster, verifique se você carregou 
algum dado ou se seu trabalho salvou algum artefato em diferentes buckets do S3 ou serviços 
do sistema de arquivos, como Amazon FSx for Lustre e Amazon Elastic File System. Para evitar 
cobranças, exclua todos os artefatos e dados do armazenamento ou do sistema de arquivos.

Operar SageMaker HyperPod

Esta seção explica como operar SageMaker HyperPod clusters por meio da interface do usuário do 
console ouAWS CLI.

Tópicos

• Usando a interface do usuário SageMaker HyperPod do console

• Usar a CLI do AWS

Usando a interface do usuário SageMaker HyperPod do console

Os tópicos a seguir fornecem orientação sobre como operar SageMaker HyperPod por meio da 
interface do usuário do console.

Tópicos

• Crie um SageMaker HyperPod cluster

• Navegue pelos seus SageMaker HyperPod clusters

• Veja os detalhes de cada SageMaker HyperPod cluster

• Editar um SageMaker HyperPod cluster

• Excluir um SageMaker HyperPod cluster
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Crie um SageMaker HyperPod cluster

Consulte as instruções a seguir sobre como criar um novo SageMaker HyperPod cluster por meio da 
interface do usuário do SageMaker HyperPod console.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Escolha HyperPod Clusters no painel de navegação esquerdo.

3. Na página SageMaker HyperPod inicial, escolha Criar cluster.

4. Na Etapa 1: Configurações do cluster, configure as informações básicas para o cluster.

a. Em Nome do cluster, especifique um nome para o novo cluster.

b. Para Tags, adicione pares de chaves e valores ao novo cluster e gerencie o cluster como 
um AWS recurso. Para saber mais, consulte Como marcar seus AWS recursos.

5. Na Etapa 2: grupos de instâncias, escolha Criar grupo de instâncias. Cada grupo de instâncias 
pode ser configurado de forma diferente, e você pode criar um cluster heterogêneo que consiste 
em vários grupos de instâncias com vários tipos de instância. Na janela pop-up Criar uma 
configuração de grupo de instâncias, preencha as informações de configuração do grupo de 
instâncias.

a. Em Nome do grupo de instâncias, especifique um nome para o grupo de instâncias.

b. Em Selecionar tipo de instância, escolha a instância para o grupo de instâncias.

c. Em Quantidade, especifique um número inteiro que não exceda a cota de instância para 
uso do cluster.

d. Para o caminho do Amazon S3 para arquivos de script de ciclo de vida, insira o caminho do 
S3 no qual seus scripts de ciclo de vida são armazenados.

e. Em Caminho do diretório para seu script de ciclo de vida ao ser criado, insira o nome do 
arquivo do script de ciclo de vida em Caminho do S3 para arquivos de script de ciclo de 
vida.

f. Para a função do IAM, escolha a função do IAM que você criou para SageMaker HyperPod 
os recursos, seguindo a seçãothe section called “Configurar usuários e funções do IAM para 
SageMaker HyperPod usuários e recursos”.

g. Para configuração avançada, você pode definir Threads por núcleo, especificar 1 para 
desabilitar multithreading e 2 para habilitar multithreading. Para descobrir qual tipo de 
instância oferece suporte a multithreading, consulte a tabela de referência de núcleos de 
CPU e threads por núcleo de CPU por tipo de instância no Guia do usuário do Amazon 
EC2.
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6. Na Etapa 3: Configuração avançada, defina as configurações de rede opcionais dentro in-and-
out do cluster e do cluster. Selecione sua própria VPC se você já tiver uma que dê SageMaker 
acesso à sua VPC. Se você quiser criar uma nova VPC, consulte Criar uma VPC padrão ou 
Criar uma VPC no Guia do usuário da Amazon Virtual Private Cloud. Você pode deixar como
nenhuma VPC para usar a SageMaker VPC padrão.

Note

Se você quiser usar sua própria VPC, adicione permissões adicionais à função do 
IAM para SageMaker HyperPod clusters. Para saber mais, consulte the section called 
“(Opcional) Configure SageMaker HyperPod com sua Amazon VPC”.

7. Na Etapa 4: revisar e criar, revise a configuração que você definiu da etapa 1 a 3 e conclua o 
envio da solicitação de criação do cluster.

Navegue pelos seus SageMaker HyperPod clusters

Em Clusters na página principal do SageMaker HyperPod console, todos os clusters criados devem 
aparecer listados na seção Clusters, que fornece uma visão resumida dos clusters, seus ARNs, 
status e horário de criação.

Veja os detalhes de cada SageMaker HyperPod cluster

Em Clusters na página principal do console, os nomes dos clusters são ativados como links. Escolha 
o link do nome do cluster para ver os detalhes de cada cluster.

Editar um SageMaker HyperPod cluster

1. Em Clusters, escolha o cluster que você deseja atualizar.

2. Escolha o botão Ações e escolha Editar cluster.

3. Na <your-cluster>página Editar, você pode editar a configuração e as tags dos grupos de 
instâncias. Depois de fazer alterações, escolha Enviar.

a. Na seção Configurar grupos de instâncias, você pode adicionar mais grupos de instâncias 
escolhendo Criar grupo de clusters.

b. Na seção Configurar grupos de instâncias, você pode escolher um dos grupos de instâncias e 
escolher Editar para alterar sua configuração.

c. Na seção Tags, você pode atualizar as tags do cluster.
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Excluir um SageMaker HyperPod cluster

1. Em Clusters, escolha o cluster que você deseja excluir.

2. Escolha Ações e escolha Excluir cluster.

3. Na janela pop-up para exclusão do cluster, revise cuidadosamente as informações do cluster para 
confirmar se você escolheu o cluster certo para excluir.

4. Depois de analisar as informações do cluster, escolha Sim, excluir cluster.

5. No campo de texto para confirmar essa exclusão, digitedelete.

6. Escolha Excluir no canto inferior direito da janela pop-up para concluir o envio da solicitação de 
exclusão do cluster.

Usar a CLI do AWS

Os tópicos a seguir fornecem orientação sobre como escrever arquivos de solicitação de SageMaker 
HyperPod API no formato JSON e executá-los usando os AWS CLI comandos.

Tópicos

• Crie um novo cluster

• Descrever um cluster

• Listar detalhes dos nós do cluster

• Descrever detalhes de um nó de cluster

• Listar clusters

• Atualizar um cluster do

• Excluir um cluster

Crie um novo cluster

1. Prepare scripts de configuração do ciclo de vida e carregue-os em um bucket do S3, como.
s3://sagemaker-<your-s3-bucket>/<lifecycle-script-directory>/src/ A etapa 
2 a seguir pressupõe que há um script de ponto de entrada nomeado on_create.sh no bucket 
do S3 especificado.
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Important

Certifique-se de definir o caminho do S3 para começars3://sagemaker-. O
the section called “Função do IAM para SageMaker HyperPod” tem o gerenciado
AmazonSageMakerClusterInstanceRolePolicyanexado, que permite o acesso 
aos buckets do S3 com o prefixo específico. sagemaker-

2. Prepare um arquivo de solicitação de CreateClusterAPI no formato JSON. O exemplo 
de solicitação a seguir é baseado nos nós necessários para grupos definidos
provisioning_params.json na Etapa 1.2. O requisito mínimo para o Slurm é um 
controlador e um grupo de trabalhadores. ParaExecutionRole, forneça o ARN da função do 
IAM que você criou com o gerenciado AmazonSageMakerClusterInstanceRolePolicy da 
seção. the section called “Função do IAM para SageMaker HyperPod”

// create_cluster.json
{ 
    // Required 
    "ClusterName": "your-hyperpod-cluster", 
    // Required 
    "InstanceGroups": [ 
        { 
            "InstanceGroupName": "controller-group", 
            "InstanceType": "ml.m5.xlarge", 
            "InstanceCount": 1, 
            "LifeCycleConfig": { 
                "SourceS3Uri": "s3://sagemaker-<your-s3-bucket>/<lifecycle-script-
directory>/src/", 
                "OnCreate": "on_create.sh" 
            }, 
            "ExecutionRole": "arn:aws:iam::111122223333:role/iam-role-for-cluster", 
            "ThreadsPerCore": 1 
        },  
        { 
            "InstanceGroupName": "worker-group-1", 
            "InstanceType": "ml.p4d.xlarge", 
            "InstanceCount": 1, 
            "LifeCycleConfig": { 
                "SourceS3Uri": "s3://sagemaker-<your-s3-bucket>/<lifecycle-script-
directory>/src/", 
                "OnCreate": "on_create.sh" 
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            }, 
            "ExecutionRole": "arn:aws:iam::111122223333:role/iam-role-for-cluster", 
            "ThreadsPerCore": 1 
        } 
    ], 
    // Optional 
    "Tags": [  
        {  
           "Key": "string", 
           "Value": "string" 
        } 
    ], 
    // Optional 
    "VpcConfig": {  
        "SecurityGroupIds": [ "string" ], 
        "Subnets": [ "string" ] 
    }
}

Dependendo de como você projetou a estrutura do cluster por meio de seus scripts de ciclo 
de vida, você pode adicionar e configurar vários grupos de instâncias sob o parâmetro de
InstanceGroups solicitação.

Para o parâmetro de Tags solicitação, você pode adicionar tags personalizadas para gerenciar 
o SageMaker HyperPod cluster como um AWS recurso. Você pode adicionar tags ao seu cluster 
da mesma forma que as adiciona em outros AWS serviços que oferecem suporte à marcação. 
Para saber mais sobre a marcação de AWS recursos em geral, consulte o Guia do usuário de 
AWS recursos de marcação.

Para o parâmetro de VpcConfig solicitação, você pode especificar sua própria VPC. Para ter 
mais informações, consulte the section called “(Opcional) Configure SageMaker HyperPod com 
sua Amazon VPC”.

3. Execute o comando a seguir para enviar a solicitação CreateCluster da API.

aws sagemaker create-cluster --cli-input-json file://complete/path/to/
create_cluster.json

Isso deve retornar o ARN do novo cluster.
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Descrever um cluster

Execute describe-cluster para verificar o status do cluster. Você pode especificar o nome ou o 
ARN do cluster.

aws sagemaker describe-cluster --cluster-name your-hyperpod-cluster

Depois que o status do cluster mudar paraInService, vá para a próxima etapa.

Listar detalhes dos nós do cluster

Execute list-cluster-nodes para verificar as principais informações dos nós do cluster.

aws sagemaker list-cluster-nodes --cluster-name your-hyperpod-cluster

Isso retorna uma resposta e InstanceId é o que você precisa usar para fazer login (usaraws ssm) 
nelas.

Descrever detalhes de um nó de cluster

Execute describe-cluster-node para recuperar detalhes de um nó do cluster. Você pode obter 
o ID do nó do cluster na list-cluster-nodes saída. Você pode especificar o nome ou o ARN do cluster.

aws sagemaker describe-cluster-node \ 
    --cluster-name your-hyperpod-cluster \ 
    --node-id i-111222333444555aa

Listar clusters

Execute list-clusters para listar todos os clusters em sua conta.

aws sagemaker list-clusters

Você também pode adicionar sinalizadores adicionais para filtrar a lista de clusters. Para saber mais 
sobre o que esse comando executa em baixo nível e sinalizadores adicionais para filtragem, consulte 
a referência da ListClustersAPI.

Atualizar um cluster do

Execute update-cluster para atualizar a configuração de um cluster.
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aws sagemaker update-cluster --cluster-name your-hyperpod-cluster

Para saber mais sobre esse comando e os sinalizadores disponíveis, consulte a referência da
UpdateClusterAPI.

Excluir um cluster

Execute delete-cluster para excluir um cluster. Você pode especificar o nome ou o ARN do 
cluster.

aws sagemaker delete-cluster --cluster-name your-hyperpod-cluster

Execute trabalhos em SageMaker HyperPod clusters

Esta seção é para usuários de clusters, como cientistas de aprendizado de máquina (ML). Ele 
fornece exemplos de execução de cargas de trabalho de ML em clusters provisionados SageMaker 
HyperPod . Dependendo de como você configurou o ambiente em seu HyperPod cluster, há muitas 
maneiras de executar cargas de trabalho de ML em HyperPod clusters. Exemplos de execução de 
cargas de trabalho de ML em HyperPod clusters são fornecidos no repositório Awsome Distributed 
Training GitHub . Os tópicos a seguir explicam como fazer login nos HyperPod clusters provisionados 
e começar a executar amostras de cargas de trabalho de ML.

Tópicos

• Acesse os nós SageMaker HyperPod do cluster

• Agende um trabalho do Slurm em um cluster SageMaker HyperPod

• Agende trabalhos para cargas de trabalho de treinamento distribuídas em SageMaker HyperPod

Acesse os nós SageMaker HyperPod do cluster

Você pode acessar seu InServicecluster por meio de AWS Systems Manager (SSM) executando 
o AWS CLI comando aws ssm start-session com o nome do host do SageMaker HyperPod 
cluster no formato desagemaker-cluster:[cluster-id]_[instance-grou-name]-
[instance-id]. Você pode recuperar o ID do cluster e o ID da instância no SageMaker HyperPod 
console ou executando os AWS CLIcomandos para SageMaker HyperPod. Por exemplo, se o ID do 
cluster foraa11bbbbb222, o nome do nó do cluster for controller-group e o ID do nó do cluster 
fori-111222333444555aa, o start-session comando SSM deverá ser o seguinte.
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Note

Se você não tiver configuradoAWS Systems Manager, siga as instruções fornecidas emthe 
section called “Configurar AWS Systems Manager e executar como para controle de acesso 
do usuário do cluster”.

aws ssm start-session \ 
    --target sagemaker-cluster:aa11bbbbb222_controller-group-i-111222333444555aa \ 
    --region us-west-2

Agende um trabalho do Slurm em um cluster SageMaker HyperPod

Você pode iniciar trabalhos de treinamento usando o Slurm sbatch ou srun os comandos padrão. 
Por exemplo, para iniciar um trabalho de treinamento de 8 nós, você pode executar um treinamento 
de srun -N 8 --exclusive train.sh SageMaker HyperPod suporte em uma variedade de 
ambientesconda, incluindovenv,docker, e. enroot Você pode configurar um ambiente de ML 
executando scripts de ciclo de vida em seus SageMaker HyperPod clusters. Você também tem a 
opção de conectar um sistema de arquivos compartilhado, como o FSx, que também pode ser usado 
como um ambiente virtual.

O exemplo a seguir mostra como executar um trabalho para treinar o Llama-2 com a técnica Fully 
Sharded Data Parallelism (FSDP) em um cluster com SageMaker HyperPod um sistema de arquivos 
Amazon FSx compartilhado. Você também pode encontrar mais exemplos no  GitHub repositório 
Awsome Distributed Training.

Tip

Todos os SageMaker HyperPod exemplos estão disponíveis na 3.test_cases pasta do 
GitHub repositório do Awsome Distributed Training.

1. Clone o  GitHub repositório Awsome Distributed Training e copie os exemplos de trabalhos de 
treinamento para seu sistema de arquivos Amazon FSx compartilhado.

TRAINING_DIR=/fsx/users/my-user/fsdp
git clone https://github.com/aws-samples/awsome-distributed-training/
cp -R awsome-distributed-training/3.test_cases/10.FSDP $TRAINING_DIR
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2. Crie um conda ambiente em seu sistema de arquivos Amazon FSx compartilhado. Certifique-se 
de que o sistema de arquivos esteja acessível a todos os nós do cluster.

#!/usr/bin/env bash
set -ex

wget https://repo.anaconda.com/miniconda/Miniconda3-latest-Linux-x86_64.sh
chmod +x Miniconda3-latest-Linux-x86_64.sh
./Miniconda3-latest-Linux-x86_64.sh -b -f -p ./miniconda3

source ./miniconda3/bin/activate

conda create -y -n pt_fsdp python=3.10

source activate pt_fsdp

# Install PyTorch
pip install torch torchvision torchaudio
pip install packaging transformers accelerate ninja tensorboard h5py datasets

# create output dir
mkdir tensorboard
mkdir checkpoints

Salve esse script em um volume compartilhado. Este tutorial pressupõe que ele seja salvo 
como/fsx/users/my_user/create_env.sh.

3. Crie o ambiente virtual iniciando um trabalho de slurm de um único nó.

srun -N 1 /fsx/users/my_user/create_env.sh

4. Depois que o ambiente for criado, você poderá iniciar um trabalho de treinamento apontando 
para o caminho do ambiente no volume compartilhado. Você pode iniciar trabalhos de 
treinamento de nó único e de vários nós com a mesma configuração. Para iniciar uma tarefa, 
crie um script inicializador de tarefas (também chamado de script de ponto de entrada) da 
seguinte forma.

#!/usr/bin/env bash
set -ex

ENV_PATH=/fsx/users/my_user/pytorch_env
TORCHRUN=$ENV_PATH/bin/torchrun
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TRAINING_SCRIPT=/fsx/users/my_user/pt_train.py

WORLD_SIZE_JOB=$SLURM_NTASKS
RANK_NODE=$SLURM_NODEID
PROC_PER_NODE=8
MASTER_ADDR=(`scontrol show hostnames \$SLURM_JOB_NODELIST | head -n 1`)
MASTER_PORT=$(expr 10000 + $(echo -n $SLURM_JOBID | tail -c 4))

DIST_ARGS="--nproc_per_node=$PROC_PER_NODE \ 
           --nnodes=$WORLD_SIZE_JOB \ 
           --node_rank=$RANK_NODE \ 
           --master_addr=$MASTER_ADDR \ 
           --master_port=$MASTER_PORT \ 
          " 
           
$TORCHRUN $DIST_ARGS $TRAINING_SCRIPT

Tip

Se você quiser tornar seu trabalho de treinamento mais resiliente contra falhas de 
hardware usando o recurso de retomada automática do SageMaker HyperPod, você 
precisa configurar adequadamente a variável de ambiente MASTER_ADDR no script do 
ponto de entrada. Para saber mais, consulte the section called “Retoma automático”.

Este tutorial pressupõe que esse script seja salvo como/fsx/users/my_user/train.sh.

5. Com esse script no volume compartilhado em/fsx/users/my_user/train.sh, execute o
srun comando a seguir para agendar o trabalho do Slurm.

cd /fsx/users/my_user/
srun -N 8 train.sh

Agende trabalhos para cargas de trabalho de treinamento distribuídas em SageMaker 
HyperPod

A biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP) é uma biblioteca de 
comunicação coletiva que melhora o desempenho computacional do treinamento paralelo de dados 
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distribuídos. A biblioteca SMDDP aborda a sobrecarga de comunicação das principais operações de 
comunicação coletiva, oferecendo o seguinte para. SageMaker HyperPod

1. A biblioteca oferece opções AllGather otimizadas paraAWS. AllGatheré uma operação 
chave usada no treinamento paralelo de dados fragmentados, que é uma técnica de paralelismo 
de dados com eficiência de memória oferecida por bibliotecas populares, como a biblioteca de 
paralelismo de SageMaker modelos (SMP), o Otimizador de Redundância Zero ( DeepSpeedZero) 
e o Paralelismo de Dados Totalmente Fragmentado (FSDP). PyTorch

2. A biblioteca realiza uma node-to-node comunicação otimizada utilizando totalmente a 
infraestrutura de AWS rede e a topologia da instância SageMaker de ML.

Usando SMDDP em um SageMaker HyperPod

A seguir estão os requisitos do ambiente de treinamento para usar a biblioteca SMDDP em. 
SageMaker HyperPod

• libstdc++versão de tempo de execução maior que 3.

• PyTorch 2.0.1 com cuda 11.8

• Python 3.10.x

• ml.p4d.24xlargeeml.p4de.24xlarge, que são tipos de instância compatíveis com a 
biblioteca SMDDP

• imdsv2ativado no host de treinamento

Dependendo de onde você executa o trabalho de treinamento distribuído, você pode usar a 
biblioteca SMDDP da seguinte maneira.

Para instalar a biblioteca SMDDP no DLAMI SageMaker HyperPod

• pip install --no-cache-dir https://smdataparallel.s3.amazonaws.com/
binary/pytorch/2.0.1/cu118/2023-11-17/smdistributed_dataparallel-2.0.2-
cp310-cp310-linux_x86_64.whl

Note

Se estiver trabalhando em um ambiente conda, certifique-se de que PyTorch seja instalado 
via, conda install em vez depip.
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conda install pytorch==2.0.1  torchvision==0.15.2 torchaudio==2.0.2 pytorch-
cuda=11.8 -c pytorch -c nvidia

Para usar a biblioteca SMDDP em um contêiner Docker

• A biblioteca SMDDP está pré-instalada nos SageMaker Deep Learning Containers (DLCs). Para 
encontrar a lista de DLCs de SageMaker estrutura para PyTorch a biblioteca SMDDP, consulte
Estruturas suportadas na documentação da biblioteca de paralelismo de SageMaker dados. Você 
também pode trazer seu próprio contêiner Docker com as dependências necessárias instaladas 
para usar a biblioteca SMDDP. Para saber mais sobre como configurar um contêiner Docker 
personalizado para usar a biblioteca SMDDP, consulte também. the section called “Crie seu 
próprio contêiner docker com a biblioteca”

Important

Para usar a biblioteca SMDDP em um contêiner Docker, você deve vincular a montagem 
do /var/log diretório da máquina host ao contêiner. /var/log Isso pode ser feito 
adicionando a seguinte opção ao executar seu contêiner.

docker run <OTHER_OPTIONS> -v /var/log:/var/log ...

Adapte seu script PyTorch de treinamento para utilizar a biblioteca SMDDP

A partir da biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP) v1.4.0, você 
pode usar a biblioteca como uma opção de back-end para o pacote distribuído. PyTorch Para 
usar o SMDDP AllReduce e as operações AllGather coletivas, você só precisa importar a 
biblioteca SMDDP no início do script de treinamento e definir o SMDDP como o back-end dos 
módulos distribuídos durante a inicialização do grupo de PyTorch processos. Com a única linha 
de especificação de back-end, você pode manter todos os módulos PyTorch distribuídos nativos 
e todo o script de treinamento inalterados. Os trechos de código a seguir mostram como usar a 
biblioteca SMDDP como back-end de pacotes de treinamento distribuídos PyTorch baseados: 
distributed PyTorchdata parallel (DDP), full sharded data paralelism (PyTorch FSDP) e Megatron-.
DeepSpeedDeepSpeed
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Para PyTorch DDP ou FSDP

Inicialize o grupo de processos da seguinte maneira.

import torch.distributed as dist
import smdistributed.dataparallel.torch.torch_smddp 
   
dist.init_process_group(backend="smddp")

Note

(Somente para trabalhos do PyTorch DDP) Atualmente, o smddp back-
end não oferece suporte à criação de grupos de subprocessos com a API.
torch.distributed.new_group() Você também não pode usar o smddp back-end 
simultaneamente com outros back-ends de grupos de processos, como e. NCCL Gloo

Para DeepSpeed ou Megatron- DeepSpeed

Inicialize o grupo de processos da seguinte maneira.

import deepspeed
import smdistributed.dataparallel.torch.torch_smddp 
   
deepspeed.init_distributed(dist_backend="smddp")

Note

Para usar o SMDDP AllGather com os lançadores mpirun baseados 
(smdistributedepytorchddp)the section called “Etapa 2: iniciar um trabalho de 
treinamento distribuído”, você também precisa definir a seguinte variável de ambiente em seu 
script de treinamento.

export SMDATAPARALLEL_OPTIMIZE_SDP=true

Para obter orientação geral sobre como escrever um script de treinamento do PyTorch FSDP, 
consulte Treinamento avançado de modelos com dados paralelos totalmente fragmentados (FSDP) 
na documentação. PyTorch

Execute trabalhos em HyperPod clusters 1325

https://pytorch.org/tutorials/intermediate/FSDP_adavnced_tutorial.html


Amazon SageMaker Guia do Desenvolvedor

Para obter orientação geral sobre como escrever um script de treinamento de PyTorch DDP, 
consulte Getting started with distributed data parallel na PyTorch documentação.

SageMaker HyperPod resiliência de clusters

SageMaker HyperPod fornece os seguintes recursos de resiliência de cluster.

Tópicos

• Verificação de integridade do cluster

• Retoma automático

• Como substituir uma instância com defeito fora da SageMaker HyperPod retomada automática

Verificação de integridade do cluster

Esta seção descreve o conjunto de verificações de integridade SageMaker HyperPod usado 
para monitorar regularmente a integridade da instância do cluster em busca de problemas com 
dispositivos como aceleradores (núcleos de GPU e Trainium) e redes (EFA).

Categoria Nome do utilitário Compatibilidade de 
tipo de instância

Descrição

Políticas do DCGM GPU Cada instância no 
cluster monitora 
continuamente todas 
as políticas relaciona 
das à GPU, incluindo 
erros de XID com o 
NVIDIA DCGM.

Accelerator

NVIDIA SMI GPU O utilitário nvidia-
smi é uma CLI bem 
conhecida para 
gerenciar e monitorar 
GPUs. O verificad 
or de integridade 
integrado analisa a 
saída de nvidia-
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smi  para determina 
r a integridade da 
instância.

Sistemas de 
neurônios

Trainium Para instâncias 
com tecnologia 
Trainium, a integrida 
de dos dispositivos 
Neuron é determina 
da pela leitura de 
contadores do Neuron
sysfs propagados 
diretamente pelo 
driver Neuron.

Rede EFA GPU e Trainium Para auxiliar no 
diagnóstico dos 
dispositivos Elastic 
Fabric Adaptor (EFA), 
o verificador de 
integridade do EFA 
executa uma série de 
testes de conectivi 
dade usando todas as 
placas EFA disponíve 
is na instância.

Estresse Diagnóstico DCGM GPU O diagnóstico DCGM
de nível 2 é usado 
para exercitar as 
GPUs no sistema 
e colocá-las sob 
pressão para obter 
uma visão completa 
da saúde.
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estresse na CPU GPU e Trainium A integridade da 
CPU é determinada 
usando a ferrament 
a de estresse Linux, 
que executa vários 
threads para atingir 
100% de utilização 
da CPU e realizar 
operações de E/S.

Retoma automático

Esta seção descreve como executar um trabalho de treinamento com a funcionalidade de 
SageMaker HyperPod retomada automática, que fornece uma infraestrutura de resiliência sem toque 
para recuperar automaticamente um trabalho de treinamento do último ponto de verificação salvo no 
caso de uma falha de hardware em clusters com mais de 16 nós.

Com a funcionalidade de retomada automática, se um trabalho falhar devido a uma falha de 
hardware ou a qualquer problema transitório entre o treinamento, o SageMaker HyperPod reinício 
automático inicia o fluxo de trabalho de substituição do nó e reinicia o trabalho após a substituição 
dos nós defeituosos.

Usando a funcionalidade de SageMaker HyperPod retomada automática com o Slurm

Ao usar a SageMaker HyperPod retomada automática com o Slurm, você deve executar o trabalho 
dentro de uma alocação exclusiva adquirida usando ou. salloc sbatch De qualquer forma, você 
precisa modificar o script do ponto de entrada para garantir que todas as etapas de configuração 
sejam executadas em um único srun comando ao retomar o trabalho. Por meio do script de ponto 
de entrada, é importante configurar o ambiente no nó substituído para ser consistente com o 
ambiente em que a etapa do trabalho estava executando antes de ser interrompida. O procedimento 
a seguir mostra como preparar um script de ponto de entrada para manter o ambiente consistente e 
executá-lo como um único comando. srun

Tip

Se você usarsbatch, você pode manter o script em lote simples criando um script separado 
para configurar o ambiente e usando um único srun comando.
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1. Crie um script usando o exemplo de código a seguir e salve-o comotrain_auto_resume.sh. 
Esse script implanta configurações do ambiente de treinamento, supondo que não haja nenhuma 
configuração manual feita anteriormente no nó substituído. Isso garante que o ambiente seja 
independente de nós, de modo que, quando um nó for substituído, o mesmo ambiente seja 
provisionado no nó antes de retomar o trabalho.

Note

O exemplo de código a seguir mostra como descobrir a lista de nós do Slurm associada 
ao trabalho. Não use a variável de $SLURM_JOB_NODELIST ambiente fornecida pelo 
Slurm, pois seu valor pode ficar desatualizado após a SageMaker HyperPod retomada 
automática do trabalho. O exemplo de código a seguir mostra como definir uma nova
NODE_LIST variável para substituir eSLURM_JOB_NODELIST, em seguida, configurar as
MASTER_ADDR variáveis MASTER_NODE e fora da NODE_LIST variável.

#!/bin/bash

# Filename: train_auto_resume.sh
# Sample containerized script to launch a training job with a single srun which can 
 be auto-resumed.

# Place your training environment setup here.  
# Example: Install conda, docker, activate virtual env, etc.

# Get the list of nodes for a given job
NODE_LIST=$(scontrol show jobid=$SLURM_JOBID | \ # Show details of the SLURM job 
            awk -F= '/NodeList=/{print $2}' | \  # Extract NodeList field 
            grep -v Exc)                         # Exclude nodes marked as excluded

# Determine the master node from the node list
MASTER_NODE=$(scontrol show hostname $NODE_LIST | \ # Convert node list to hostnames 
              head -n 1)                            # Select the first hostname as 
 master node

# Get the master node address
MASTER_ADDR=$(scontrol show node=$MASTER_NODE | \ # Show node information 
              awk -F= '/NodeAddr=/{print $2}' | \ # Extract NodeAddr 
              awk '{print $1}')                   # Print the first part of NodeAddr
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# Torchrun command to launch the training job
torchrun_cmd="torchrun --nnodes=$SLURM_NNODES \ 
                       --nproc_per_node=1 \ 
                       --node_rank=$SLURM_NODE \ 
                       --master-addr=$MASTER_ADDR \ 
                       --master_port=1234 \ 
                        <your_training_script.py>"

# Execute the torchrun command in the 'pytorch' Conda environment,  
# streaming output live
/opt/conda/bin/conda run --live-stream -n pytorch $torchrun_cmd

Tip

Você pode usar o script anterior para adicionar mais comandos para instalar quaisquer 
dependências adicionais para seu trabalho. No entanto, recomendamos que você 
mantenha os scripts de instalação de dependências no conjunto de scripts de ciclo de vida 
usados durante a criação do cluster. Se você usa um ambiente virtual hospedado em um 
diretório compartilhado, também pode utilizar esse script para ativar o ambiente virtual.

2. Inicie o trabalho com a SageMaker HyperPod retomada automática ativada adicionando 
o sinalizador --auto-resume=1 para indicar que o srun comando deve ser repetido 
automaticamente em caso de falha de hardware.

Note

Se você configurou uma alocação de recursos usando sbatch ousalloc, você 
pode executar vários srun comandos dentro da alocação. No caso de uma falha, a 
funcionalidade de SageMaker HyperPod retomada automática opera somente na etapa 
de trabalho atual do srun comando com o sinalizador--auto-resume=1. Em outras 
palavras, ativar a retomada automática em um srun comando não se aplica a outros
srun comandos iniciados em uma sessão de alocação de recursos.

A seguir estão exemplos de srun comandos com auto-resume habilitado.

Usando sbatch
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Como a maior parte da lógica de configuração do ambiente já está 
estabelecidatrain_auto_resume.sh, o script em lote deve ser simples e semelhante ao 
exemplo de código a seguir. Suponha que o script em lote a seguir seja salvo comobatch.sh.

#!/bin/bash
#SBATCH --nodes 2
#SBATCH --exclusive
srun --auto-resume=1 train_auto_resume.sh

Execute o script em lote anterior usando o comando a seguir.

sbatch batch.sh

Usando salloc

Comece adquirindo uma alocação exclusiva e execute o srun comando com o --auto-resume
sinalizador e o script do ponto de entrada.

salloc -N 2 --exclusive
srun --auto-resume=1 train_auto_resume.sh

Como substituir uma instância com defeito fora da SageMaker HyperPod retomada 
automática

A substituição de nós funciona somente com clusters Slurm provisionados por. SageMaker HyperPod 
Nesse caso, talvez seja necessário solicitar a substituição do nó colocando um nó não íntegro em 
um dos seguintes estados:"Down","Drained", ou "Fail" com um motivo"Action:Replace". 
Usuários do Slurm com privilégios de administrador podem fazer isso chamando o comando a seguir.

Warning

Prossiga com cuidado ao executar esse comando. O nó fica inutilizável até que a 
substituição seja concluída.

scontrol update node=<ip-ipv4> state=fail reason="Action:Replace"
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No exemplo de comando anterior, ip-ipv4 é um nome de nó do Slurm que você precisa 
especificar, que é igual ao nome do host da instância.

Depois de executar esse comando, seu nó entra no estado especificado (você pode monitorar 
o status usandosinfo) e é substituído pelo mesmo nome de host. Esse processo pode levar 
alguns minutos, dependendo das instâncias disponíveis em sua zona de disponibilidade e do tempo 
necessário para executar scripts de ciclo de vida. Enquanto o processo estiver ativo, evite alterar o 
estado do nó manualmente ou reiniciar o controlador Slurm; isso pode levar a uma falha. Se o nó não 
voltar ao estado original (ocioso) após um longo período (mais de 1 hora), entre em contato com o
AWSSupport.

SageMaker HyperPod gerenciamento de clusters

Os tópicos a seguir abordam o registro e o gerenciamento de SageMaker HyperPod clusters.

Registrando SageMaker HyperPod eventos

Todos os eventos e registros de SageMaker HyperPod são salvos na Amazon CloudWatch com o 
nome do grupo de registros/aws/sagemaker/Clusters/[ClusterName]/[ClusterID]. Cada 
chamada para a CreateCluster API cria um novo grupo de registros. A lista a seguir contém todos 
os fluxos de log disponíveis coletados em cada grupo de logs.

Nome do grupo de registros Nome do fluxo de log

/aws/sagemaker/Clusters/[Cl 
usterName]/[ClusterID]

LifecycleConfig/[instance-group-
name]/[instance-id]

Registro SageMaker HyperPod em nível de instância

Você pode acessar os LifecycleScript registros publicados CloudWatch durante a configuração 
da instância do cluster. Cada instância dentro do cluster criado gera um fluxo de log separado, 
diferenciável pelo LifecycleConfig/[instance-group-name]/[instance-id] formato.

Todos os registros gravados /var/log/provision/provisioning.log
são enviados para o CloudWatch stream anterior. Amostra LifecycleScripts ao
1.architectures/5.sagemaker_hyperpods/LifecycleScripts/base-configredirecionar 
suas stdout e stderr para este local. Se você estiver usando seus scripts personalizados, 
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grave seus registros no /var/log/provision/provisioning.log local em que eles estejam 
disponíveis CloudWatch.

Marcar recursos

AWSO sistema de marcação ajuda a gerenciar, identificar, organizar, pesquisar e filtrar recursos. 
SageMaker HyperPod oferece suporte à marcação, para que você possa gerenciar os clusters 
como um AWS recurso. Durante a criação do cluster ou a edição de um cluster existente, você pode 
adicionar ou editar tags para o cluster. Para saber mais sobre a marcação em geral, consulte Como
marcar seus AWS recursos.

Usando a interface do usuário SageMaker HyperPod do console

Ao criar um novo cluster e editar um cluster, você pode adicionar, remover ou editar tags.

Usando as SageMaker HyperPod APIs

Ao escrever um arquivo de solicitação de UpdateClusterAPI CreateClusterou de API no formato 
JSON, edite a Tags seção.

Usando os comandos de AWS CLI marcação para SageMaker

Para marcar um cluster

Use da aws sagemaker add-tagsseguinte forma.

aws sagemaker add-tags --resource-arn cluster_ARN --tags Key=string,Value=string

Para desmarcar um cluster

Use da aws sagemaker delete-tagsseguinte forma.

aws sagemaker delete-tags --resource-arn cluster_ARN --tag-keys "tag_key"

Para listar tags para um recurso

Use da aws sagemaker list-tagsseguinte forma.

aws sagemaker list-tags --resource-arn cluster_ARN
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SageMaker HyperPod referência

Use esta página de referência para encontrar informações e referências mais detalhadas para 
SageMaker HyperPod.

SageMaker HyperPod preços

Os tópicos a seguir fornecem informações sobre SageMaker HyperPod preços. Para encontrar mais 
detalhes sobre o preço por hora do uso de SageMaker HyperPod instâncias, consulte também os 
SageMaker preços da Amazon.

Solicitações de capacidade

Você pode alocar capacidade computacional sob demanda ou reservada SageMaker para uso 
em. SageMaker HyperPod A criação de clusters sob demanda aloca a capacidade disponível do 
pool de capacidade sob SageMaker demanda. Como alternativa, você pode solicitar capacidade 
reservada para garantir o acesso enviando um ticket para aumentar a cota. As solicitações de 
capacidade de entrada são priorizadas SageMaker e você recebe um tempo estimado para alocação 
de capacidade.

Faturamento de serviços

Ao provisionar uma capacidade computacional SageMaker HyperPod, você é cobrado pela duração 
da alocação de capacidade. SageMaker HyperPod o faturamento aparece em suas faturas de 
aniversário com um item de linha para o tipo de alocação de capacidade (sob demanda, reservada), 
o tipo de instância e o tempo gasto no uso da instância.

Para enviar um ticket para um aumento de cota, consultethe section called “SageMaker HyperPod 
cotas”.

SageMaker HyperPod APIs

A lista a seguir é um conjunto completo de SageMaker HyperPod APIs para enviar solicitações de 
ação no formato JSON por meio de SageMaker ou. AWS CLI AWS SDK for Python (Boto3)

• CreateCluster

• DeleteCluster

• DescribeCluster

• DescribeClusterNode
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• ListClusterNodes

• ListClusters

• UpdateCluster

SageMaker HyperPod DLAMI

SageMaker HyperPod executa o SageMaker HyperPod DLAMI, que é construído AWS sobre o Deep 
Learning Base GPU AMI (Ubuntu 20.04).

O SageMaker HyperPod DLAMI vem com os seguintes pacotes adicionais.

• Network File System (NFS)

• Munge: 0.5.15

• Prejuízo: 23.2.3

• aws-neuronx-dkms: 2. *

• aws-neuronx-collectives: 2. *

• aws-neuronx-runtime-lib: 2. *

• aws-neuronx-tools: 2. *

• SageMaker HyperPod pacotes de software de cluster para oferecer suporte a recursos como 
verificação de integridade e retomada automática do cluster

Modelos de script de configuração do ciclo de vida

Exemplos de scripts de configuração do ciclo de vida são fornecidos no repositório do Awsome 
Distributed Training. GitHub

git clone https://github.com/aws-samples/awsome-distributed-training/

Modelos de script de configuração do Slurm

Os modelos de script de ciclo de vida para trabalhos do Slurm estão disponíveis em.
1.architectures/5.sagemaker_hyperpods/LifecycleScripts/base-config

• add_users.sh: um modelo que você pode usar para adicionar usuários do Slurm. Ele lê usuários
shared_users_samples.txt e cria usuários Linux correspondentes.
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• lifecycle_script.py: Um script Python para configuração do ciclo de vida do Slurm.

• mount_fsx.sh: Um script para montar um fsx volume. Ele também executa um serviço para 
verificar automaticamente a montagem e remontar, se necessário.

• on_create.sh: obrigatório Esse é o script do ponto de entrada, um modelo que você pode 
usar para definir uma configuração geral do nó. Isso é o que você fornece CreateCluster
UpdateCluster e.

• provisioning_parameters.json: o arquivo de configuração principal para nomear os nós do 
cluster para configurar o Slurm.

• setup_mariadb_accounting.sh: Um script de configuração do MariaDB para provisionar a 
contabilidade do Slurm.

• shared_users_sample.txt: um arquivo de texto de amostra para adicionar usuários 
compartilhados do Slurm.

• start_slurm.sh: esse script inicia o controlador do slurm dependendo do tipo de nó do Slurm. 
Começa slurmctld para os nós principais e slurmd para os nós de computação e login.

SageMaker HyperPod Referência de permissões da API

Ao configurar o controle de acesso para permitir a execução de operações de SageMaker HyperPod 
API e escrever uma política de permissões que você pode anexar aos usuários do IAM para 
administradores de nuvem, use a tabela a seguir como referência.

Operações de SageMaker API 
da Amazon

Permissões necessárias 
(Ações da API)

Recursos

CreateCluster sagemaker:CreateCl 
uster

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

DeleteCluster sagemaker:DeleteCl 
uster

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

DescribeCluster sagemaker:Describe 
Cluster

arn:aws:sagemaker:
region:account-i 
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d :cluster/ cluster-i 
d

DescribeClusterNode sagemaker:Describe 
ClusterNode

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

ListClusterNodes sagemaker:ListClus 
terNodes

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

ListClusters sagemaker:ListClus 
ters

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

UpdateCluster sagemaker:UpdateCl 
uster

arn:aws:sagemaker:
region:account-i 

d :cluster/ cluster-i 
d

Para obter uma lista completa de permissões e tipos de recursos para SageMaker APIs, consulte
Ações, recursos e chaves de condição para a Amazon SageMaker na Referência de autorização 
AWS de serviço.

SageMaker HyperPod comandos em AWS CLI

A seguir estão os AWS CLI comandos SageMaker HyperPod para executar as principais operações 
HyperPod da API.

• create-cluster

• delete-cluster

• descrever o cluster

• describe-cluster-node

• list-cluster-nodes
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• clusters de listas

• cluster de atualização

SageMaker HyperPod Módulos Python em AWS SDK for Python (Boto3)

A seguir estão os métodos do AWS SDK for Python (Boto3) cliente SageMaker para executar as 
principais operações HyperPod da API.

• criar_cluster

• excluir_cluster

• descrever_cluster

• descrever_cluster_node

• list_cluster_nodes

• agrupamentos_lista

• atualizar_cluster

Notas SageMaker HyperPod de lançamento da Amazon

Consulte as seguintes notas de lançamento para acompanhar as atualizações mais recentes da 
Amazon SageMaker HyperPod.

SageMaker HyperPod Notas de lançamento: 29 de novembro de 2023

• Lançou a Amazon SageMaker HyperPod no AWS re:Invent 2023.

Use IA generativa em ambientes de SageMaker notebook

O Jupyter AI é uma extensão de código aberto de JupyterLab integração de recursos generativos 
de IA nos notebooks Jupyter. Por meio da interface de bate-papo do Jupyter AI e dos comandos 
mágicos, os usuários experimentam o código gerado a partir de instruções em linguagem natural, 
explicam o código existente, fazem perguntas sobre seus arquivos locais, geram cadernos inteiros 
e muito mais. A extensão conecta os notebooks Jupyter com modelos de linguagem grande (LLMs) 
que os usuários podem usar para gerar texto, código ou imagens e fazer perguntas sobre seus 
próprios dados. O Jupyter AI oferece suporte a fornecedores de modelos generativos, como AI21, 
Anthropic (AWSe SageMaker JumpStart Amazon Bedrock), Cohere e OpenAI.
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O pacote da extensão está incluído na versão 1.2 e posteriores da Amazon SageMaker Distribution. 
O Amazon SageMaker Distribution é um ambiente Docker para ciência de dados e computação 
científica usado como imagem padrão de instâncias de JupyterLab notebooks. Usuários de 
diferentes ambientes do IPython podem instalar o Jupyter AI manualmente.

Nesta seção, fornecemos uma visão geral dos recursos do Jupyter AI e demonstramos como 
configurar modelos fornecidos pelo SageMaker JumpStart Amazon Bedrock JupyterLabou pelos 
notebooks Studio Classic. Para obter informações mais detalhadas sobre o projeto Jupyter AI, 
consulte sua documentação. Como alternativa, você pode consultar a postagem do blog Generative 
AI in Jupyter para obter uma visão geral e exemplos dos principais recursos da IA do Jupyter.

Antes de usar o Jupyter AI e interagir com seus LLMs, certifique-se de atender aos seguintes pré-
requisitos:

• Para modelos hospedados porAWS, você deve ter o ARN do seu SageMaker endpoint ou ter 
acesso ao Amazon Bedrock. Para outros provedores de modelos, você deve ter a chave de API 
usada para autenticar e autorizar solicitações para seu modelo. O Jupyter AI oferece suporte a 
uma ampla variedade de fornecedores de modelos e modelos de linguagem. Consulte a lista de 
seus modelos compatíveis para se manter atualizado sobre os modelos mais recentes disponíveis. 
Para obter informações sobre como implantar um modelo em SageMaker JumpStart, consulte
Implantar um modelo na SageMaker JumpStart documentação. Você precisa solicitar acesso ao
Amazon Bedrock para usá-lo como seu fornecedor de modelos.

• Certifique-se de que as bibliotecas de IA do Jupyter estejam presentes em seu ambiente. Caso 
contrário, instale o pacote necessário seguindo as instruções emInstale o Jupyter AI.

• Familiarize-se com os recursos do Jupyter AI em. Características do Jupyter AI

• Configure os modelos de destino que você deseja usar seguindo as instruções emConfigure seu 
provedor de modelos.

Depois de concluir as etapas de pré-requisito, você pode prosseguir para. Use o Jupyter AI em nosso 
Studio JupyterLab Classic

Tópicos

• Instale o Jupyter AI

• Características do Jupyter AI

• Configure seu provedor de modelos

• Use o Jupyter AI em nosso Studio JupyterLab Classic
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Instale o Jupyter AI

Para usuários da Amazon SageMaker Distribution, recomendamos selecionar a imagem SageMaker 
de distribuição versão 1.2 ou posterior. Nenhuma instalação adicional é necessária. Os usuários do 
JupyterLab in Studio podem escolher a versão de sua SageMaker distribuição na Amazon ao criar 
um espaço.

Para usuários de outros ambientes do IPython, a versão do pacote recomendado do Jupyter AI 
depende da JupyterLab versão que eles estão usando.

A distribuição do Jupyter AI consiste em dois pacotes.

• jupyter_ai: Este pacote fornece uma JupyterLab extensão e uma interface de usuário (UI) 
nativa de bate-papo. Ele atua como um assistente de conversação usando o modelo de idioma 
amplo de sua escolha.

• jupyter_ai_magics: este pacote fornece o IPython %%ai e os comandos %ai mágicos com 
os quais você pode invocar um modelo de linguagem grande (LLM) a partir das células do seu 
notebook.

Note

A instalação jupyter_ai também é instaladajupyter_ai_magics. No entanto, 
você pode instalar de jupyter_ai_magics forma independente sem JupyterLab 
oujupyter_ai. Os comandos %%ai mágicos %ai funcionam em qualquer ambiente de 
kernel do IPython. Se você só instalarjupyter_ai_magics, não poderá usar a interface do 
usuário do chat.

Para usuários de JupyterLab 3, em particular usuários do Studio Classic, recomendamos instalar a
jupyter-ai versão 1.5.x ou qualquer versão 1.x posterior. No entanto, é altamente recomendável 
usar o Jupyter AI com JupyterLab 4. A jupyter-ai versão compatível com JupyterLab 3 pode não 
permitir que os usuários definam parâmetros adicionais do modelo, como temperatura, amostragem 
top-k e top-p, tokens ou comprimento máximo ou contratos de licença de aceitação do usuário.

Para usuários de JupyterLab 4 ambientes que não usam SageMaker Distribuição, recomendamos 
instalar a jupyter-ai versão 2.5.x ou qualquer versão 2.x posterior.

Consulte as instruções de instalação na seção Instalação da documentação do Jupyter AI.
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Características do Jupyter AI

Você pode acessar os recursos de IA do Jupyter por meio de dois métodos distintos: usando a 
interface de bate-papo ou usando comandos mágicos em notebooks.

A partir da interface de usuário do chat, assistente de IA

A interface de bate-papo conecta você ao Jupyternaut, um agente conversacional que usa o modelo 
de linguagem de sua escolha.

Depois de iniciar um JupyterLab aplicativo instalado com o Jupyter AI, você 
pode acessar a interface de bate-papo escolhendo o ícone de bate-papo

no painel de navegação esquerdo. Usuários iniciantes são solicitados a configurar seu modelo. 
Consulte Configure seu provedor de modelos na interface de usuário do chat para obter instruções 
de configuração.

Usando a interface de usuário do chat, você pode:

• Responda a perguntas: por exemplo, você pode pedir ao Jupyternaut que crie uma função Python 
que adicione arquivos CSV a um bucket do Amazon S3. Posteriormente, você pode refinar sua 
resposta com uma pergunta complementar, como adicionar um parâmetro à função para escolher 
o caminho em que os arquivos são gravados.

• Interaja com arquivos em JupyterLab: Você pode incluir uma parte do seu caderno em seu prompt 
selecionando-a. Em seguida, você pode substituí-la pela resposta sugerida pelo modelo ou copiar 
manualmente a resposta para sua prancheta.

• Gere cadernos inteiros a partir de prompts: ao iniciar seu prompt com/generate, você aciona um 
processo de geração de notebook em segundo plano sem interromper o uso do Jupyternaut. Uma 
mensagem contendo o link para o novo arquivo é exibida após a conclusão do processo.

• Aprenda e faça perguntas sobre arquivos locais: usando o /learn comando, você pode ensinar 
um modelo de incorporação de sua escolha sobre arquivos locais e, em seguida, fazer perguntas 
sobre esses arquivos usando o /ask comando. O Jupyter AI armazena o conteúdo incorporado 
em um banco de dados vetorial FAISS local e, em seguida, usa a geração aumentada de 
recuperação (RAG) para fornecer respostas com base no que aprendeu. Para apagar todas as 
informações aprendidas anteriormente do seu modelo de incorporação, use. /learn -d
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Para obter uma lista completa de recursos e instruções detalhadas sobre seu uso, consulte a 
documentação da interface de bate-papo do Jupyter AI. Para saber como configurar o acesso a um 
modelo no Jupyternaut, consulte. Configure seu provedor de modelos na interface de usuário do chat

De células de notebook

Usando comandos %%ai %ai mágicos, você pode interagir com o modelo de linguagem de sua 
escolha a partir das células do seu notebook ou de qualquer interface de linha de comando do 
IPython. O %%ai comando aplica suas instruções à célula inteira, enquanto as %ai aplica à linha 
específica.

O exemplo a seguir ilustra um comando %%ai mágico invocando um modelo Anthropic Claude para 
gerar um arquivo HTML contendo a imagem de um quadrado branco com bordas pretas.

%%ai anthropic:claude-v1.2 -f html
Create a square using SVG with a black border and white fill.

Para saber mais sobre a sintaxe de cada comando, use%ai help. Para listar os fornecedores e 
modelos suportados pela extensão, execute%ai list.

Para obter uma lista completa de recursos e instruções detalhadas sobre seu uso, consulte a 
documentação dos comandos mágicos do Jupyter AI. Em particular, você pode personalizar o 
formato de saída do seu modelo usando o --format parâmetro -f or, permitir a interpolação de 
variáveis em solicitações, incluindo especiais In e Out variáveis, e muito mais.

Para saber como configurar o acesso a um modelo, consulteConfigure seu provedor de modelos em 
um notebook.

Configure seu provedor de modelos

Note

Nesta seção, presumimos que a linguagem e os modelos de incorporação que você planeja 
usar já estejam implantados. Para modelos fornecidos pelaAWS, você já deve ter o ARN 
do seu SageMaker endpoint ou acesso ao Amazon Bedrock. Para outros provedores de 
modelos, você deve ter a chave de API usada para autenticar e autorizar solicitações para 
seu modelo.
O Jupyter AI oferece suporte a uma ampla variedade de fornecedores de modelos e modelos 
de linguagem. Consulte a lista de seus modelos compatíveis para se manter atualizado sobre 
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os modelos mais recentes disponíveis. Para obter informações sobre como implantar um 
modelo fornecido pela SageMaker JumpStart, consulte Implantar um modelo na SageMaker 
JumpStart documentação. Você precisa solicitar acesso ao Amazon Bedrock para usá-lo 
como seu fornecedor de modelos.

A configuração do Jupyter AI varia dependendo se você está usando a interface do chat ou 
comandos mágicos.

Configure seu provedor de modelos na interface de usuário do chat

Note

Você pode configurar vários LLMs e modelos de incorporação seguindo as mesmas 
instruções. No entanto, você deve configurar pelo menos um modelo de linguagem.

Para configurar sua interface de chat

1. Em JupyterLab, acesse a interface de bate-papo escolhendo o ícone de bate-papo

no painel de navegação esquerdo.

2. Escolha o ícone de configuração

no canto superior direito do painel esquerdo. Isso abre o painel de configuração do Jupyter AI.

3. Preencha os campos relacionados ao seu provedor de serviços.

• Para modelos fornecidos pela SageMaker JumpStart Amazon Bedrock

• Na lista suspensa do modelo de linguagem, selecione modelos implantados com 
SageMaker JumpStart ou sagemaker-endpoint bedrock para modelos gerenciados 
pelo Amazon Bedrock.

• Os parâmetros variam de acordo com o fato de seu modelo estar implantado no Amazon 
Bedrock SageMaker ou no Amazon Bedrock.

• Para modelos implantados com SageMaker JumpStart:

• Insira o nome do seu endpoint em Nome do endpoint e, em seguida, o nome Região da 
AWS no qual seu modelo está implantado em Nome da região. Para recuperar o ARN 
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dos SageMaker endpoints, navegue https://console.aws.amazon.com/sagemaker/ até e
escolha Inferência e endpoints no menu à esquerda.

• Cole o JSON do esquema de solicitação personalizado para seu modelo e o caminho 
de resposta correspondente para analisar a saída do modelo.

Note

Você pode encontrar o formato de solicitação e resposta de vários modelos de 
SageMaker JumpStart fundação nos seguintes exemplos de cadernos. Cada 
notebook tem o nome do modelo que ele demonstra.

• Para modelos gerenciados pelo Amazon Bedrock: adicione o AWS perfil que armazena 
suas AWS credenciais em seu sistema (opcional) e, em seguida, o perfil Região da AWS 
no qual seu modelo está implantado no nome da região.

• (Opcional) Selecione um modelo de incorporação ao qual você tenha acesso. Os modelos 
de incorporação são usados para capturar informações adicionais de documentos locais, 
permitindo que o modelo de geração de texto responda às perguntas dentro do contexto 
desses documentos.

• Escolha Salvar alterações e navegue até o ícone de seta para a esquerda

no canto superior esquerdo do painel esquerdo. Isso abre a interface de bate-papo do 
Jupyter AI. Você pode começar a interagir com seu modelo.

• Para modelos hospedados por fornecedores terceirizados

• Na lista suspensa do modelo de idioma, selecione o ID do seu provedor. Você pode 
encontrar os detalhes de cada provedor, incluindo seu ID, na lista de fornecedores de 
modelos do Jupyter AI.

• (Opcional) Selecione um modelo de incorporação ao qual você tenha acesso. Os modelos 
de incorporação são usados para capturar informações adicionais de documentos locais, 
permitindo que o modelo de geração de texto responda às perguntas dentro do contexto 
desses documentos.

• Insira as chaves de API dos seus modelos.

• Escolha Salvar alterações e navegue até o ícone de seta para a esquerda
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no canto superior esquerdo do painel esquerdo. Isso abre a interface de bate-papo do 
Jupyter AI. Você pode começar a interagir com seu modelo.

O instantâneo a seguir é uma ilustração do painel de configuração da interface do usuário do chat 
definido para invocar um modelo FLAN-T5-small fornecido e implantado em. SageMaker JumpStart 
SageMaker
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Passe parâmetros extras do modelo e parâmetros personalizados para sua solicitação

Seu modelo pode precisar de parâmetros extras, como um atributo personalizado para aprovação 
do contrato do usuário ou ajustes em outros parâmetros do modelo, como temperatura ou duração 
da resposta. Recomendamos definir essas configurações como uma opção de inicialização do seu 
JupyterLab aplicativo usando uma configuração de ciclo de vida. Para obter informações sobre 
como criar uma configuração de ciclo de vida e anexá-la ao seu domínio ou a um perfil de usuário 
no SageMaker console, consulte Criar e associar uma configuração de ciclo de vida. Você pode 
escolher seu script de LCC ao criar um espaço para seu JupyterLab aplicativo.

Use o seguinte esquema JSON para configurar seus parâmetros extras:

{ 
  "AiExtension": { 
    "model_parameters": { 
      "<provider_id>:<model_id>": { Dictionary of model parameters which is unpacked 
 and passed as-is to the provider.} 
      } 
    } 
  }
}

O script a seguir é um exemplo de um arquivo de configuração JSON que você pode usar ao criar 
uma LCC de JupyterLab aplicativo para definir o tamanho máximo de um modelo Jurassic-2 do AI21 
Labs implantado no Amazon Bedrock. Aumentar o comprimento da resposta gerada pelo modelo 
pode evitar o truncamento sistemático da resposta do seu modelo.

#!/bin/bash
set -eux

mkdir -p /home/sagemaker-user/.jupyter

json='{"AiExtension": {"model_parameters": {"bedrock:ai21.j2-mid-v1": {"model_kwargs": 
 {"maxTokens": 200}}}}}'
# equivalent to %%ai bedrock:ai21.j2-mid-v1 -m {"model_kwargs":{"maxTokens":200}}

# File path
file_path="/home/sagemaker-user/.jupyter/jupyter_jupyter_ai_config.json"

#jupyter --paths
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# Write JSON to file
echo "$json" > "$file_path"

# Confirmation message
echo "JSON written to $file_path"

restart-jupyter-server

# Waiting for 30 seconds to make sure the Jupyter Server is up and running
sleep 30

O script a seguir é um exemplo de um arquivo de configuração JSON para criar um JupyterLab 
aplicativo LCC usado para definir parâmetros de modelo adicionais para um modelo Anthropic 
Claude implantado no Amazon Bedrock.

#!/bin/bash
set -eux

mkdir -p /home/sagemaker-user/.jupyter

json='{"AiExtension": {"model_parameters": {"bedrock:anthropic.claude-v2":
{"model_kwargs":{"temperature":0.1,"top_p":0.5,"top_k":25
0,"max_tokens_to_sample":2}}}}}'
# equivalent to %%ai bedrock:anthropic.claude-v2 -m {"model_kwargs":
{"temperature":0.1,"top_p":0.5,"top_k":250,"max_tokens_to_sample":2000}}

# File path
file_path="/home/sagemaker-user/.jupyter/jupyter_jupyter_ai_config.json"

#jupyter --paths

# Write JSON to file
echo "$json" > "$file_path"

# Confirmation message
echo "JSON written to $file_path"

restart-jupyter-server

# Waiting for 30 seconds to make sure the Jupyter Server is up and running
sleep 30
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Depois de anexar sua LCC ao seu domínio ou perfil de usuário, adicione-a ao seu espaço ao iniciar 
seu JupyterLab aplicativo. Para garantir que seu arquivo de configuração seja atualizado pela LCC, 
execute more ~/.jupyter/jupyter_jupyter_ai_config.json em um terminal. O conteúdo 
do arquivo deve corresponder ao conteúdo do arquivo JSON passado para a LCC.

Configure seu provedor de modelos em um notebook

Para invocar um modelo via Jupyter AI em JupyterLab notebooks Studio Classic usando os 
comandos mágicos e %%ai%ai

1. Instale as bibliotecas de cliente específicas do seu provedor de modelos em seu ambiente de 
notebook. Por exemplo, ao usar modelos OpenAI, você precisa instalar a biblioteca openai
cliente. Você pode encontrar a lista das bibliotecas de cliente necessárias por provedor na 
coluna de pacotes Python da lista de provedores do Jupyter AI Model.

Note

Para modelos hospedados porAWS, já boto3 está instalado na imagem de SageMaker 
distribuição usada pelo JupyterLab, ou em qualquer imagem de ciência de dados usada 
com o Studio Classic.

2. • Para modelos hospedados por AWS

Certifique-se de que sua função de execução tenha a permissão de invocar seu SageMaker 
endpoint para modelos fornecidos SageMaker JumpStart ou que você tenha acesso ao 
Amazon Bedrock.

• Para modelos hospedados por fornecedores terceirizados

Exporte a chave de API do seu provedor em seu ambiente de notebook usando variáveis de 
ambiente. Você pode usar o seguinte comando mágico. Substitua o provider_API_key no 
comando pela variável de ambiente encontrada na coluna Variável de ambiente da lista de 
provedores do Jupyter AI Model para seu provedor.

%env provider_API_key=your_API_key
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Use o Jupyter AI em nosso Studio JupyterLab Classic

Use modelos de linguagem da interface do usuário do chat

Escreva sua mensagem na caixa de texto da interface do usuário do chat para começar a interagir 
com seu modelo. Para limpar o histórico de mensagens, use o /clear comando.

Note

Limpar o histórico de mensagens não apaga o contexto do bate-papo com o provedor do 
modelo.

Use modelos de linguagem de células de notebook

Antes de usar os %ai comandos %%ai e para invocar um modelo de linguagem, carregue a extensão 
IPython executando o seguinte comando em uma célula do notebook Studio Classic JupyterLab ou 
Studio Classic.

%load_ext jupyter_ai_magics

• Para modelos hospedados porAWS:

• Para invocar um modelo implantado em SageMaker, passe a string sagemaker-
endpoint:endpoint-name para o comando %%ai mágico com os parâmetros necessários 
abaixo e adicione seu prompt nas linhas a seguir.

A tabela a seguir lista os parâmetros obrigatórios e opcionais ao invocar modelos hospedados 
pelo Amazon Bedrock SageMaker ou pelo Amazon Bedrock.

Nome do parâmetro Parâmetro Versão curta Descrição

Esquema de solicitaç 
ão

--request-
schema

-q Obrigatório: o 
objeto JSON que 
o endpoint espera, 
com o prompt sendo 
substituído por 
qualquer valor que 
corresponda ao 
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Nome do parâmetro Parâmetro Versão curta Descrição

literal da string.
<prompt>

Nome da região --region-name -n Obrigatório: o 
Região da AWS local 
onde o modelo é 
implantado.

Caminho de 
resposta

--response-
path

-p Obrigatório: uma 
string JSONPath 
usada para extrair 
a saída do modelo 
de linguagem da 
resposta JSON do 
endpoint.
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Nome do parâmetro Parâmetro Versão curta Descrição

Parâmetros extras 
do modelo

--model-p 
arameters

-m Opcional: um valor 
JSON especific 
ando parâmetros 
adicionais a serem 
passados para o 
modelo. O valor 
aceito é analisado 
em um dicionário, 
descompactado e 
passado diretamen 
te para a classe do 
provedor. Isso é útil 
quando o endpoint 
ou o modelo exige 
parâmetros personali 
zados. Por exemplo, 
nos modelos 
Llama 2, quando é 
necessário aceitar o 
Contrato de Licença 
de Usuário Final 
(EULA), você pode 
passar a aceitação 
do EULA para o 
endpoint usando.
-m {"endpoin 
t_kwargs" 
:{"Custom 
Attribute 
s":"accep 
t_eula=tr 
ue"}}  Como 
alternativa, você 
pode usar o -m
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Nome do parâmetro Parâmetro Versão curta Descrição

parâmetro para 
passar parâmetros 
extras do modelo, 
como definir o 
número máximo 
de tokens para a 
resposta gerada 
por um modelo. 
Por exemplo, ao 
trabalhar com um 
modelo Jurassic 
do AI21 Labs:. -
m {"model_k 
wargs":{" 
maxTokens 
":256}}

Formato de saída --format -f Opcional: a tela 
IPython usada para 
renderizar a saída. 
Pode ser qualquer 
um dos valores 
a seguir[code|
html|image|j 
son|markdown|
math|md|text] , 
desde que o modelo 
invocado suporte 
o formato especific 
ado.

O comando a seguir invoca um modelo LLama2-7b hospedado por. SageMaker

%%ai sagemaker-endpoint:jumpstart-dft-meta-textgeneration-llama-2-7b -q 
 {"inputs":"<prompt>","parameters":
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{"max_new_tokens":64,"top_p":0.9,"temperature":0.6,"return_full_text":false}} 
 -n us-east-2 -p [0].generation -m {"endpoint_kwargs":
{"CustomAttributes":"accept_eula=true"}} -f text
Translate English to French:
sea otter => loutre de mer
peppermint => menthe poivrée
plush girafe => girafe peluche
cheese =>

O exemplo a seguir invoca um modelo FLAN-T5-small hospedado por. SageMaker

%%ai sagemaker-endpoint:hf-text2text-flan-t5-small --request-
schema={"inputs":"<prompt>","parameters":{"num_return_sequences":4}} --region-
name=us-west-2 --response-path=[0]["generated_text"] -f text
What is the atomic number of Hydrogen?

• Para invocar um modelo implantado no Amazon Bedrock, passe a string bedrock:model-
name para o comando %%ai mágico com qualquer parâmetro opcional definido na lista de
parâmetros para invocar modelos hospedados pelo ou SageMaker JumpStart Amazon Bedrock
e, em seguida, adicione seu prompt nas linhas a seguir.

O exemplo a seguir invoca um modelo Jurassic-2 do AI21 Labs hospedado pelo Amazon 
Bedrock.

%%ai bedrock:ai21.j2-mid-v1 -m {"model_kwargs":{"maxTokens":256}} -f code
Write a function in python implementing a bubbble sort.

• Para modelos hospedados por fornecedores terceirizados

Para invocar um modelo hospedado por provedores terceirizados, passe a string provider-
id:model-name para o comando %%ai mágico com um opcional Output formate adicione seu 
prompt nas linhas a seguir. Você pode encontrar os detalhes de cada provedor, incluindo seu ID, 
na lista de fornecedores de modelos do Jupyter AI.

O comando a seguir solicita que um modelo Anthropic Claude produza um arquivo HTML contendo 
a imagem de um quadrado branco com bordas pretas.

%%ai anthropic:claude-v1.2 -f html
Create a square using SVG with a black border and white fill.
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Identifique os dados com um human-in-the-loop
Para treinar um modelo de machine learning, você precisa de um conjunto de dados rotulados 
grande e de alta qualidade. Você pode rotular seus dados usando o Amazon SageMaker Ground 
Truth. Escolha um dos tipos de tarefas integradas do Ground Truth ou crie seu próprio fluxo de 
trabalho de etiquetagem personalizado. Para melhorar a precisão de seus rótulos de dados e reduzir 
o custo total de rotular os dados, use os atributos aprimorados de rotulagem de dados da Ground 
Truth, como rotulagem automática de dados e consolidação de anotações.

Tópicos

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Use o Amazon SageMaker Ground Truth Plus para rotular dados

• Usar o Amazon SageMaker Ground Truth Synthetic Data para rotular dados

• Criar e gerenciar forças de trabalho

• Referência do Crowd HTML Elements

• Usando o Amazon Augmented AI para análise humana

Usar o Amazon SageMaker Ground Truth para rotular dados
Para treinar um modelo de machine learning, você precisa de um conjunto de dados rotulados 
grande e de alta qualidade. O Ground Truth ajuda você a criar conjuntos de dados de treinamento 
de alta qualidade para seus modelos de machine learning. Com o Ground Truth, você pode usar 
operadores do Amazon Mechanical Turk, uma empresa de fornecedores escolhida por você ou uma 
força de trabalho interna e privada, juntamente com o machine learning, para permitir a criação de 
um conjunto de dados rotulado. Você pode usar a saída de conjunto de dados rotulado do Ground 
Truth para treinar seus próprios modelos. Você também pode usar a saída como um conjunto de 
dados de treinamento para um modelo do Amazon SageMaker.

Dependendo do seu aplicativo de ML, é possível escolher entre um dos tipos de tarefas integradas 
do Ground Truth para que os operadores gerem tipos específicos de rótulos para os dados. Também 
é possível criar um fluxo de trabalho de rotulagem personalizado para fornecer sua própria interface 
do usuário e ferramentas aos operadores que rotulam os dados. Para saber mais sobre os tipos 
de tarefas integradas do Ground Truth, consulte Tipos de tarefa integrados. Para saber como criar 
um fluxo de trabalho de rotulagem personalizado, consulte Criar fluxos de trabalho de rotulagem 
personalizados.
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Para automatizar a rotulagem do seu conjunto de dados de treinamento, você pode opcionalmente 
usar a rotulagem de dados automatizada, um processo do Ground Truth que utiliza machine 
learning para decidir quais dados precisam ser rotulados pelas pessoas. A rotulagem de dados 
automatizada pode reduzir o tempo de rotulagem e o esforço manual necessário. Para obter 
mais informações, consulte Automatizar a rotulagem de dados. Para criar um fluxo de trabalho de 
rotulagem personalizado, consulte Criar fluxos de trabalho de rotulagem personalizados.

Use ferramentas pré-criadas ou personalizadas para atribuir as tarefas de rotulagem ao seu conjunto 
de dados de treinamento. Um modelo de interface do usuário de rotulagem é uma página da Web 
que o Ground Truth utiliza para apresentar tarefas e instruções aos seus operadores. O console 
do SageMaker fornece modelos internos para rotular dados. Você pode usar esses modelos para 
começar ou pode criar suas próprias tarefas e instruções usando nossos componentes HTML 2.0. 
Para obter mais informações, consulte Criar fluxos de trabalho de rotulagem personalizados.

Use a força de trabalho de sua escolha para rotular seu conjunto de dados. Você pode escolher sua 
força de trabalho em:

• A força de trabalho do Amazon Mechanical Turk de mais de 500.000 contratados independentes 
em todo o mundo.

• Uma força de trabalho privada que você cria com os seus funcionários ou contratados para 
manipular dados na sua organização.

• Uma empresa de fornecedores que você pode encontrar no AWS Marketplace e que é 
especializada em serviços de rotulagem de dados.

Para obter mais informações, consulte Criar e gerenciar forças de trabalho.

Você armazena seus conjuntos de dados em buckets do Amazon S3. Os buckets contêm três coisas: 
os dados a serem rotulados, um arquivo manifesto de entrada que o Ground Truth utiliza para ler os 
arquivos de dados e um arquivo manifesto de saída. O arquivo de saída contém os resultados do 
trabalho de rotulagem. Para obter mais informações, consulte Usar dados de entrada e saída.

Os eventos de seus trabalhos de rotulagem aparecem no Amazon CloudWatch abaixo do grupo /
aws/sagemaker/LabelingJobs. O CloudWatch usa o nome do trabalho de rotulagem como o 
nome do fluxo de log.

Você está usando o Ground Truth pela primeira vez?

Se você estiver usando o Ground Truth pela primeira vez, convém fazer o seguinte:
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1. Leia Conceitos básicos: esta seção mostra como configurar o seu primeiro trabalho de rotulagem 
do Ground Truth.

2. Explore outros tópicos: dependendo das suas necessidades, faça o seguinte:

• Explore os tipos de tarefas integrados: use os tipos de tarefas integrados para agilizar o 
processo de criação de uma tarefa de etiquetagem. Para saber mais sobre os tipos de tarefas 
integradas do Ground Truth, consulte Tipos de tarefa integrados.

• Gerencie sua força de trabalho de rotulagem: crie novas equipes de trabalho e gerencie sua 
força de trabalho existente. Para obter mais informações, consulte Criar e gerenciar forças de 
trabalho.

• Saiba mais sobre trabalhos de rotulagem de streaming: crie um trabalho de rotulagem de 
streaming e envie novos objetos de conjunto de dados aos operadores em tempo real usando 
um trabalho de rotulagem em execução permanente. Os operadores recebem continuamente 
novos objetos de dados para rotular, desde que a tarefa de rotulagem esteja ativa e novos 
objetos estejam sendo enviados a ela. Para saber mais, consulte Trabalhos de etiquetagem em 
Ground Truth Streaming.

3. Consulte Reference: esta seção descreve as etapas para automatizar as operações do Ground 
Truth.

Conceitos básicos

Este vídeo mostra como configurar e usar o Amazon SageMaker Ground Truth. (Duração: 9:37)

Para começar a usar o Amazon SageMaker Ground Truth, siga as instruções nas seções a seguir. 
As seções aqui explicam como usar o console para criar um trabalho de rotulagem, designar uma 
força de trabalho pública ou privada e enviar o trabalho de rotulagem à sua força de trabalho. Você 
também aprenderá a monitorar o progresso de um trabalho de rotulagem.

Se quiser criar uma workload de rotulagem personalizada, consulte Criar fluxos de trabalho de 
rotulagem personalizados para obter instruções.

Antes de criar um trabalho de rotulagem, você deve fazer upload do seu conjunto de dados em um 
bucket do Amazon S3. Para obter mais informações, consulte Usar dados de entrada e saída.

Tópicos

• Etapa 1: Antes de começar

• Etapa 2: criar um trabalho de rotulagem
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• Etapa 3: Selecionar trabalhadores

• Etapa 4: Configurar a ferramenta de caixa delimitadora

• Etapa 5: Monitorar seu trabalho de rotulagem

Etapa 1: Antes de começar

Antes de começar a usar o console do SageMaker para criar um trabalho de rotulagem, você deve 
configurar o conjunto de dados para uso. Faça o seguinte:

1. Salve duas imagens em URLs HTTP publicamente disponíveis. As imagens são usadas ao 
criar instruções para concluir uma tarefa de rotulagem. Elas devem ter uma proporção de 
aproximadamente 2:1. Para este exercício, o conteúdo das imagens não é importante.

2. Crie um bucket do Amazon S3 para armazenar os arquivos de entrada e saída. O bucket deve 
estar na mesma região em que você está executando o Ground Truth. Anote o nome do bucket, 
pois você o usará durante a etapa 2.

O Ground Truth exige que todos os buckets do S3 que contêm dados de imagem de entrada 
do trabalho de rotulagem tenham uma política CORS anexada. Para saber mais sobre essa 
mudança, consulte Requisitos de permissão do CORS.

3. Você pode criar uma função do IAM ou permitir que o SageMaker crie uma função com a política 
de IAM do AmazonSageMakerFullAccess. Consulte Criar funções do IAM e atribua a seguinte 
política de permissões ao usuário que está criando o trabalho de rotulagem:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "sagemakergroundtruth", 
            "Effect": "Allow", 
            "Action": [ 
                "cognito-idp:CreateGroup", 
                "cognito-idp:CreateUserPool", 
                "cognito-idp:CreateUserPoolDomain", 
                "cognito-idp:AdminCreateUser", 
                "cognito-idp:CreateUserPoolClient", 
                "cognito-idp:AdminAddUserToGroup", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:UpdateUserPool" 
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            ], 
            "Resource": "*" 
        } 
    ]
}

Próximo

Etapa 2: criar um trabalho de rotulagem

Etapa 2: criar um trabalho de rotulagem

Nesta etapa, você usa o console para criar um trabalho de rotulagem. Você informa ao Amazon 
SageMaker Ground Truth o bucket do Amazon S3 no qual o arquivo manifesto está armazenado e 
configura os parâmetros para o trabalho. Para obter mais informações sobre como armazenar dados 
em um bucket do Amazon S3, consulte Usar dados de entrada e saída.

Para criar um trabalho de rotulagem

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Na navegação à esquerda, escolha Trabalhos de rotulagem.

3. Escolha Criar trabalho de rotulagem para iniciar o processo de criação do trabalho.

4. Na seção Visão geral do trabalho, forneça as seguintes informações:

• Nome do trabalho – Dê ao trabalho de rotulagem um nome que o descreva. Esse nome é 
mostrado na sua lista de trabalhos. O nome deve ser único na sua conta em uma Região da 
AWS.

• Nome do atributo de rótulo – Deixe desmarcado, pois o valor padrão é a melhor opção para 
este trabalho introdutório.

• Configuração de dados de entrada – Selecione Configuração automatizada de dados. Essa 
opção permite que você se conecte automaticamente aos dados de entrada no S3.

• Local do S3 para conjuntos de dados de entrada – Insira o local do S3 onde você adicionou as 
imagens na etapa 1.

• Local do S3 para o conjunto de dados de saída – o local onde os dados de saída são 
gravados em S3.
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• Tipo de dados — Use o menu suspenso para selecionar Imagem. O Ground Truth usará todas 
as imagens encontradas no local do S3 para conjuntos de dados de entrada como entrada 
para seu trabalho de rotulagem.

• Função do IAM – crie ou escolha uma função do IAM com a política do 
AmazonSageMakerFullAccess IAM anexada.

5. Na seção Tipo de tarefa, no campo Categoria da tarefa, escolha Imagem.

6. Na seleção de tarefas, escolha Caixa delimitadora.

7. Escolha Avançar para seguir para a configuração do seu trabalho de rotulagem.

Próximo

Etapa 3: Selecionar trabalhadores

Etapa 3: Selecionar trabalhadores

Nesta etapa, você escolhe uma força de trabalho para rotular seu conjunto de dados. É 
recomendável criar uma força de trabalho privada para testar o Amazon SageMaker Ground Truth. 
Use endereços de e-mail para convidar os membros da sua força de trabalho. Se você criar uma 
força de trabalho privada nessa etapa, não poderá importar seu grupo de usuários do Amazon 
Cognito posteriormente. Se quiser criar uma força de trabalho privada usando um grupo de usuários 
do Amazon Cognito, consulte Gerenciar uma força de trabalho privada (Amazon Cognito) e use a 
força de trabalho do Mechanical Turk neste tutorial.

Tip

Para saber mais sobre as outras opções de força de trabalho que você pode usar com o 
Ground Truth, consulte Criar e gerenciar forças de trabalho.

Para criar uma força de trabalho privada:

1. Na seção Trabalhadores, escolha Privado.

2. Se esta for sua primeira vez usando uma força de trabalho privada, no campo Endereços de e-
mail, insira até 100 endereços de e-mail. Os endereços devem ser separados por uma vírgula. 
Você deve incluir seu próprio endereço de e-mail para fazer parte da força de trabalho e poder 
ver as tarefas de rotulagem de objetos de dados.
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3. No campo Nome da organização, digite o nome da sua organização. Essas informações são 
usadas para personalizar o e-mail enviado para convidar uma pessoa para sua força de trabalho 
privada. Você pode alterar o nome da organização depois que o grupo de usuários for criado por 
meio do console.

4. No campo E-mail de contato, digite um endereço de e-mail que os membros da força de trabalho 
usam para relatar problemas com a tarefa.

Se você se adicionar à força de trabalho privada, receberá um e-mail semelhante ao seguinte. A 
Amazon, Inc. é substituída pela organização que você inseriu na etapa 3 do procedimento anterior. 
Selecione o link no e-mail para fazer login usando a senha temporária fornecida. Se for solicitado, 
altere a sua senha. Ao fazer login com sucesso, você vê o portal do trabalhador onde suas tarefas de 
rotulagem aparecem.
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Tip

Você pode encontrar o link para o portal de trabalhadores de sua força de trabalho privada 
na seção Forças de trabalho de rotulagem da área Ground Truth do console do SageMaker. 
Para ver o link, selecione a guia Privado. O link está abaixo do cabeçalho da URL de login do 
portal de rotulagem no resumo da força de trabalho privada.

Se optar por usar a força de trabalho do Amazon Mechanical Turk para rotular o conjunto de dados, 
você será cobrado pelas tarefas de rotulagem concluídas no conjunto de dados.
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Para usar a força de trabalho do Amazon Mechanical Turk:

1. Na seção Trabalhadores, escolha Público.

2. Defina um preço por tarefa.

3. Se aplicável, escolha o conjunto de dados não contém conteúdo adulto para confirmar que o 
conjunto de dados de exemplo não tem conteúdo adulto. Essas informações permitem que o 
Amazon SageMaker Ground Truth avise trabalhadores externos no Mechanical Turk de que eles 
podem encontrar conteúdo potencialmente ofensivo em seu conjunto de dados.

4. Marque a caixa de seleção ao lado da declaração a seguir para confirmar que o conjunto de 
dados de amostra não contém nenhuma informação de identificação pessoal (PII). Este é 
um requisito para usar o Mechanical Turk com o Ground Truth. Se seus dados de entrada 
contiverem PII, use a força de trabalho privada para este tutorial.

Você entende e concorda que a força de trabalho da Amazon Mechanical Turk consiste em 
prestadores de serviços independentes localizados em todo o mundo e que você não deve 
compartilhar informações confidenciais, informações pessoais ou informações de saúde 
protegidas com essa força de trabalho.

Próximo

Etapa 4: Configurar a ferramenta de caixa delimitadora

Etapa 4: Configurar a ferramenta de caixa delimitadora

Finalmente, você configura a ferramenta de caixa delimitadora para fornecer instruções aos seus 
funcionários. Você pode configurar um título de tarefa que descreve a tarefa e fornece instruções 
generalizadas para os trabalhadores. Você pode fornecer instruções rápidas e instruções completas. 
Instruções rápidas são exibidas ao lado da imagem a ser rotulada. Instruções completas contêm 
instruções detalhadas para concluir a tarefa. Neste exemplo, você fornece apenas instruções 
rápidas. É possível ver um exemplo de instruções completas, escolhendo Full instructions (Instruções 
completas) na parte inferior da seção.

Para configurar a ferramenta de caixa delimitadora

1. No campo Descrição da tarefa, digite instruções breves para a tarefa. Por exemplo:

Draw a box around any objects in the image.

Substitua objetos pelo nome de um objeto que aparece em suas imagens.
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2. No campo Rótulos, digite um nome de categoria para os objetos ao redor dos quais o 
trabalhador deve desenhar uma caixa delimitadora. Por exemplo, se você está pedindo ao 
trabalhador para desenhar caixas em torno de jogadores de futebol, pode usar "Football Player" 
neste campo.

3. A seção Short instructions (Instruções breves) permite criar instruções que são exibidas na 
página com a imagem que seus trabalhadores estão rotulando. Sugerimos que você inclua um 
exemplo de caixa delimitadora desenhada corretamente e um exemplo de caixa desenhada 
incorretamente. Para criar suas próprias instruções, use estas etapas:

a. Selecione o texto entre GOOD EXAMPLE e o espaço reservado de imagem. Substitua-o 
pelo seguinte texto:

Draw the box around the object with a small border.

b. Selecione o primeiro espaço reservado de imagem e exclua-o.

c. Escolha o botão da imagem e, em seguida, insira a URL HTTPS de uma das imagens que 
você criou na etapa 1. Também é possível incorporar imagens diretamente na seção de 
instruções curtas, no entanto, essa seção tem uma cota de 100 kilobytes (incluindo texto). 
Se as imagens e o texto excederem 100 kilobytes, você receberá um erro.

d. Selecione o texto entre BAD EXAMPLE e o espaço reservado de imagem. Substitua-o pelo 
seguinte texto:

Don't make the bounding box too large or cut into the object.

e. Selecione o segundo espaço reservado de imagem e exclua-o.

f. Escolha o botão de imagem e insira a URL HTTPS da outra imagem que você criou na 
etapa 1.

4. Selecione Visualizar para visualizar a interface do usuário do trabalhador. A visualização 
prévia é aberta em uma nova guia e, portanto, se o seu navegador bloquear pop-ups, talvez 
seja necessário ativar manualmente a guia para abrir. Ao adicionar uma ou mais anotações 
à visualização e selecionar Enviar, você pode ver uma prévia dos dados de saída que sua 
anotação criaria.

5. Depois de configurar e verificar suas instruções, selecione Criar para criar a tarefa de rotulagem.

Se você usou uma força de trabalho privada, você pode navegar até o portal do trabalhador no 
qual você se conectou em Etapa 3: Selecionar trabalhadores neste tutorial para ver suas tarefas de 
rotulagem. As tarefas podem levar alguns minutos para aparecer.
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Próximo

Etapa 5: Monitorar seu trabalho de rotulagem

Etapa 5: Monitorar seu trabalho de rotulagem

Depois de criar seu trabalho de rotulagem, você verá uma lista de todos os trabalhos que criou. 
É possível usar essa lista para monitorar o status dos seus trabalhos de rotulagem. A lista tem os 
seguintes campos:

• Nome – o nome que você atribuiu ao trabalho ao criá-lo.

• Status – o status da conclusão do trabalho. O status pode ser um dos seguintes: Concluído, Com 
falha, Em andamento ou Interrompido.

• Objetos rotulados/total – mostra o número total de objetos no trabalho de rotulagem e quantos 
deles foram rotulados.

• Hora de criação – a data e a hora em que você criou o trabalho.

Você também pode clonar, encadear ou interromper um trabalho. Selecione um trabalho e, em 
seguida, uma das opções a seguir no menu Actions (Ações):

• Clonar – cria um trabalho de rotulagem com a configuração copiada do trabalho selecionado. Você 
pode clonar um trabalho quando quiser alterar o trabalho e executá-lo novamente. Por exemplo, é 
possível clonar um trabalho que foi enviado a uma força de trabalho privada para poder enviá-lo à 
força de trabalho do Amazon Mechanical Turk. Ou, você pode clonar um trabalho para reexecutá-
lo em um novo conjunto de dados armazenado no mesmo local do trabalho original.

• Cadeia – cria um trabalho de rotulagem que pode se basear nos dados e modelos (se houver) de 
um trabalho interrompido, com falha ou concluído. Para obter mais informações sobre os casos de 
uso e como usá-los, consulte Encadeamento de trabalhos de rotulagem.

• Interromper – interrompe um trabalho em execução. Você não pode reiniciar um trabalho 
interrompido. Você pode clonar um trabalho para recomeçar ou encadear o trabalho para continuar 
de onde parou. Os rótulos de qualquer objeto já rotulado são gravados no local do arquivo de 
saída. Para obter mais informações, consulte Dados de saída.
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Rótulo de imagens

Use o Ground Truth para rotular imagens. Selecione um dos seguintes tipos de tarefa incorporados 
para saber mais sobre esse tipo de tarefa. Cada página inclui instruções para ajudar você a criar um 
trabalho de rotulagem usando esse tipo de tarefa.

Tip

Para saber mais sobre os tipos de arquivo compatíveis e as cotas de dados de entrada, 
consulte Dados de entrada.

Tópicos

• Bounding Box

• Segmentação semântica da imagem

• Ferramenta de segmentação automática

• Classificação de imagem (Rótulo único)

• Classificação de imagens (com vários rótulos)

• Verificação dos rótulos de imagem

Bounding Box

As imagens usadas para treinar um modelo de machine learning geralmente contêm mais de um 
objeto. Para classificar e localizar um ou mais objetos dentro de imagens, use o tipo de tarefa de 
trabalho de rotulagem da caixa delimitadora do Amazon SageMaker Ground Truth. Nesse contexto, a 
localização significa a localização de pixel na caixa delimitadora.

Crie um trabalho de rotulagem de classificação de texto usando a seção do Ground Truth no console 
do Amazon SageMaker ou a operação CreateLabelingJob.

Important

Para esse tipo de tarefa, se você criar seu próprio arquivo de manifesto, use "source-
ref" para identificar o local de cada arquivo de imagem que deseja rotular. Para obter mais 
informações, consulte Dados de entrada.
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Criar um trabalho de rotulagem da caixa delimitadora (console)

Você pode seguir as instruções de Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rotulagem da caixa delimitadora no console do SageMaker. Na Etapa 10, escolha
Imagem, no menu suspenso Categoria de tarefa, e Caixa delimitadora como o tipo de tarefa.

O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Ao criar o trabalho de rotulagem com o console, você especifica instruções 
para ajudar os operadores a concluírem o trabalho e até 50 rótulos que eles podem escolher.

Criar um trabalho de rotulagem da caixa delimitadora (API)

Para criar um trabalho de rotulagem da caixa delimitadora, use a operação CreateLabelingJob
da API do SageMaker. Essa API define essa operação para todos os AWS SDKs. Para ver uma 
lista de SDKs específicos de linguagem compatíveis com essa operação, revise a seção Consulte 
também do CreateLabelingJob.

Siga as instruções em Criar um trabalho de rotulagem (API) e faça o seguinte enquanto você 
configura a solicitação:
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• As funções do Lambda de pré-anotação para esse tipo de tarefa terminam com PRE-
BoundingBox. Para encontrar o Lambda ARN de pré-anotação de sua região, consulte
PreHumanTaskLambdaArn.

• As funções do Lambda de consolidação de anotações para esse tipo de tarefa terminam com
ACS-BoundingBox. Para localizar o ARN de consolidação de anotações do Lambda ARN de sua 
região, consulte AnnotationConsolidationLambdaArn.

Veja a seguir um exemplo de uma solicitação do Python SDK (Boto3) da AWS para criar um trabalho 
de rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia). Todos os 
parâmetros em vermelho devem ser substituídos por suas especificações e recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-bounding-box-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
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        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
BoundingBox', 
        'TaskKeywords': [ 
             'Bounding Box', 
        ], 
        'TaskTitle': 'Bounding Box task', 
        'TaskDescription': 'Draw bounding boxes around objects in an image', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-BoundingBox' 
          } 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Fornecer um modelo para trabalhos de rotulagem da caixa delimitadora

Se você criar um trabalho de rotulagem usando a API, será necessário fornecer um modelo de tarefa 
de operador em UiTemplateS3Uri. Copie e modifique o modelo a seguir. Modifique somente
short-instructions, full-instructions e header. Faça upload deste modelo para o S3 e 
forneça o URI do S3 para este arquivo em UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-bounding-box 
    name="boundingBox" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="please draw box" 
    labels="{{ task.input.labels | to_json | escape }}" 
  > 

    <full-instructions header="Bounding box instructions"> 
      <ol><li><strong>Inspect</strong> the image</li><li><strong>Determine</strong>  
      if the specified label is/are visible in the picture.</li> 
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      <li><strong>Outline</strong> each instance of the specified label in the image 
 using the provided “Box” tool.</li></ol> 
      <ul><li>Boxes should fit tight around each object</li> 
      <li>Do not include parts of the object are overlapping or that cannot be seen, 
 even though you think you can interpolate the whole shape.</li> 
      <li>Avoid including shadows.</li> 
      <li>If the target is off screen, draw the box up to the edge of the image.</li>   
   
    </full-instructions> 
   
    <short-instructions> 
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3> 
      <p>Enter description of a correct bounding box label and add images</p> 
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3> 
      <p>Enter description of an incorrect bounding box label and add images</p> 
    </short-instructions> 
   
  </crowd-bounding-box>
</crowd-form>

Dados de saída da caixa delimitadora

Depois de criar um trabalho de rotulagem de uma caixa delimitadora, seus dados de saída serão 
localizados no bucket do Amazon S3 especificado no parâmetro S3OutputPath ao usar a API ou 
no campo Local do conjunto de dados de saída da seção Visão geral do trabalho do console.

Por exemplo, o arquivo manifesto de saída de uma tarefa de caixa delimitadora de classe única 
concluída com êxito conterá o seguinte:

[ 
  { 
    "boundingBox": { 
      "boundingBoxes": [ 
        { 
          "height": 2832, 
          "label": "bird", 
          "left": 681, 
          "top": 599, 
          "width": 1364 
        } 
      ], 
      "inputImageProperties": { 
        "height": 3726, 
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        "width": 2662 
      } 
    } 
  }
]

O parâmetro boundingBoxes identifica o local da caixa delimitadora desenhada em volta de um 
objeto identificado como um “pássaro” em relação ao canto superior esquerdo da imagem que é 
considerada como a coordenada de pixel (0,0). No exemplo anterior, left e top identificam o local 
do pixel no canto superior esquerdo da caixa delimitadora em relação ao canto superior esquerdo da 
imagem. As dimensões da caixa delimitadora são identificadas por height e width. O parâmetro
inputImageProperties fornece as dimensões do pixel da imagem de entrada original.

Ao usar o tipo de tarefa da caixa delimitadora, é possível criar trabalhos de rotulagem de caixa 
delimitadora de classe única e múltipla. O arquivo manifesto de saída de uma caixa delimitadora de 
várias classes concluída com êxito conterá o seguinte:

[ 
  { 
    "boundingBox": { 
      "boundingBoxes": [ 
        { 
          "height": 938, 
          "label": "squirrel", 
          "left": 316, 
          "top": 218, 
          "width": 785 
        }, 
        { 
          "height": 825, 
          "label": "rabbit", 
          "left": 1930, 
          "top": 2265, 
          "width": 540 
        }, 
        { 
          "height": 1174, 
          "label": "bird", 
          "left": 748, 
          "top": 2113, 
          "width": 927 
        }, 
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        { 
          "height": 893, 
          "label": "bird", 
          "left": 1333, 
          "top": 847, 
          "width": 736 
        } 
      ], 
      "inputImageProperties": { 
        "height": 3726, 
        "width": 2662 
      } 
    } 
  }
]

Para saber mais sobre o arquivo manifesto de saída resultante de um trabalho de rotulagem de caixa 
delimitadora, consulte Saída de trabalho de caixa delimitadora.

Para saber mais sobre o arquivo manifesto de saída gerado pelo Ground Truth, e sobre a estrutura 
do arquivo que o Ground Truth usa para armazenar os dados de saída, consulte Dados de saída.

Segmentação semântica da imagem

Para identificar o conteúdo de uma imagem no nível de pixel, use uma tarefa de rotulagem de 
segmentação semântica do Amazon SageMaker Ground Truth. Quando recebem um trabalho de 
rotulagem de segmentação semântica, os operadores classificam pixels na imagem em um conjunto 
de rótulos ou classes predefinidos. O Ground Truth oferece suporte a trabalhos de rotulagem de 
segmentação semântica única e multiclasse.

As imagens que contêm um grande número de objetos que precisam ser segmentados exigem 
mais tempo. Para ajudar os operadores (de força de trabalho privada ou de fornecedores) a rotular 
esses objetos em menos tempo e com maior precisão, o Ground Truth fornece uma ferramenta de 
segmentação automática assistida por inteligência artificial. Para obter mais informações, consulte
Ferramenta de segmentação automática.

Crie um trabalho de rotulagem de segmentação de semântica usando a seção do Ground Truth no 
console do Amazon SageMaker ou a operação CreateLabelingJob.
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Important

Para esse tipo de tarefa, se você criar seu próprio arquivo manifesto, use "source-ref"
para identificar o local de cada arquivo de imagem no Amazon S3 que deseja rotular. Para 
obter mais informações, consulte Dados de entrada.

Criar um trabalho de rotulagem de segmentação semântica (Console)

Você pode seguir as instruções de Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rotulagem de segmentação de semântica no console do SageMaker. Na Etapa 10, 
escolha Imagem, no menu suspenso Categoria da tarefa, e Segmentação de semântica como o tipo 
de tarefa.

O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Ao criar o trabalho de rotulagem com o console, você especifica instruções 
para ajudar os operadores a concluírem o trabalho e os rótulos que eles podem escolher.
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Criar um trabalho de rotulagem de segmentação semântica (API)

Para criar um trabalho de rotulagem de segmentação de semântica, use a operação
CreateLabelingJob de API do SageMaker. Essa API define essa operação para todos os AWS 
SDKs. Para ver uma lista de SDKs específicos de idiomas compatíveis com essa operação, revise a 
seção Ver também do CreateLabelingJob.

Siga as instruções em Criar um trabalho de rotulagem (API) e faça o seguinte enquanto você 
configura a solicitação:

• As funções de pré-anotação do Lambda para esse tipo de tarefa terminam com PRE-
SemanticSegmentation. Para encontrar o ARN do Lambda de pré-anotação de sua região, 
consulte PreHumanTaskLambdaArn.

• As funções do Lambda de consolidação de anotações para esse tipo de tarefa terminam com
ACS-SemanticSegmentation. Para localizar o ARN de consolidação de anotações do ARN do 
Lambda de sua região, consulte AnnotationConsolidationLambdaArn.

Veja a seguir um exemplo de uma solicitação do SDK Python (Boto3) da AWS para criar um trabalho 
de rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia). Todos os 
parâmetros em vermelho devem ser substituídos por suas especificações e recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-semantic-segmentation-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
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    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
SemanticSegmentation, 
        'TaskKeywords': [ 
             'Semantic Segmentation', 
        ], 
        'TaskTitle': 'Semantic segmentation task', 
        'TaskDescription': 'For each category provided, segment out each relevant 
 object using the color associated with that category', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-SemanticSegmentation' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Fornecer um modelo para trabalhos de rotulagem de segmentação semântica

Se você criar um trabalho de rotulagem usando a API, será necessário fornecer um modelo de tarefa 
de operador em UiTemplateS3Uri. Copie e modifique o modelo a seguir. Modifique somente
short-instructions, full-instructions e header.

Faça upload deste modelo para o S3 e forneça o URI do S3 para este arquivo em
UiTemplateS3Uri.
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<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-semantic-segmentation 
    name="crowd-semantic-segmentation" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Please segment out all pedestrians." 
    labels="{{ task.input.labels | to_json | escape }}" 
  > 
    <full-instructions header="Segmentation instructions"> 
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li> 
      <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
      <li><strong>Choose</strong> the appropriate label that best suits an object and 
 paint that object using the tools provided.</li></ol> 
    </full-instructions> 
    <short-instructions> 
      <h2><span style="color: rgb(0, 138, 0);">Good example</span></h2> 
      <p>Enter description to explain a correctly done segmentation</p> 
      <p><br></p><h2><span style="color: rgb(230, 0, 0);">Bad example</span></h2> 
      <p>Enter description of an incorrectly done segmentation</p> 
    </short-instructions> 
  </crowd-semantic-segmentation>
</crowd-form>

Dados de saída de segmentação semântica

Depois de criar um trabalho de rotulagem de segmentação de semântica, seus dados de saída serão 
localizados no bucket do Amazon S3 especificado no parâmetro S3OutputPath ao usar a API ou 
no campo Localização do conjunto de dados de saída da seção Visão geral do trabalho do console.

Para saber mais sobre o arquivo manifesto de saída gerado pelo Ground Truth, e sobre a estrutura 
do arquivo que o Ground Truth usa para armazenar os dados de saída, consulte Dados de saída.

Para ver um exemplo de arquivo manifesto de saída de um trabalho de rotulagem de segmentação 
de semântica, consulte Segmentação de semântica da nuvem de pontos 3D.

Ferramenta de segmentação automática

A segmentação da imagem é o processo da divisão de uma imagem em vários segmentos ou 
conjuntos de pixels rotulados. No Amazon SageMaker Ground Truth, o processo de identificação 
de todos os pixels que ficam sob um determinado rótulo envolve a aplicação de um preenchimento 
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colorido ou "máscara" sobre esses pixels. Algumas tarefas de trabalho de rotulagem contêm imagens 
com um grande número de objetos que precisam ser segmentados. Para ajudar os operadores 
a rotular esses objetos em menos tempo e com maior precisão, o Ground Truth fornece uma 
ferramenta de segmentação automática para tarefas de segmentação atribuídas a forças de 
trabalho privadas e de fornecedores. Essa ferramenta usa um modelo de machine learning para 
segmentar automaticamente objetos individuais na imagem com o mínimo de entrada do operador. 
Os operadores podem refinar a máscara gerada pela ferramenta de segmentação automática 
usando outras ferramentas disponíveis no console do operador. Isso os ajuda a concluir tarefas 
de segmentação de imagens com mais rapidez e precisão, resultando em menor custo e maior 
qualidade do rótulo.

Note

A ferramenta de segmentação automática está disponível para as tarefas de segmentação 
enviadas para uma força de trabalho privada ou de fornecedor. Ela não está disponível para 
as tarefas enviadas à força de trabalho pública (Amazon Mechanical Turk).

Visualização da ferramenta

Quando os operadores recebem um trabalho de rotulagem que fornece a ferramenta de 
segmentação automática, eles recebem as instruções detalhadas sobre como usá-la. Por exemplo, 
um operador pode ver o seguinte no console do operador:
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Os operadores podem acessar View full instructions (Exibir instruções completas) para saber como 
usar a ferramenta. Os operadores precisarão colocar um ponto nos quatro extremos (pontos mais 
alto, mais baixo, mais à esquerda e mais à direita) do objeto de interesse, e a ferramenta gerará 
automaticamente uma máscara para o objeto. Os operadores podem refinar ainda mais a máscara 
usando outras ferramentas fornecidas ou a ferramenta de segmentação automática em partes 
menores do objeto que ficaram sem o rótulo.

Disponibilidade da ferramenta

A ferramenta de segmentação automática aparecerá automaticamente nos consoles dos seus 
operadores quando você criar um trabalho de rotulagem de segmentação semântica usando o 
console do Amazon SageMaker. Ao criar um trabalho de segmentação semântica no console do 
SageMaker, você poderá visualizar a ferramenta ao criar as instruções do operador. Para saber 
como criar um trabalho de rotulagem de segmentação semântica no console do SageMaker, consulte
Conceitos básicos.
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Se você estiver criando um trabalho de rotulagem de segmentação de instância personalizado no 
console do SageMaker ou um trabalho de rotulagem de segmentação de instância ou semântica 
usando a API do Ground Truth, será necessário criar um modelo de tarefa personalizado para 
projetar o console e as instruções do operador. Para incluir a ferramenta de segmentação automática 
no console do operador, certifique-se de que as seguintes condições sejam atendidas no modelo de 
tarefa personalizado:

• Para trabalhos de rotulagem de segmentação semântica criados usando a API, a tag <crowd-
semantic-segmentation> deve constar no modelo de tarefa. Para trabalhos de rotulagem 
de segmentação de instância personalizados, a tag <crowd-instance-segmentation> deve 
constar no modelo de tarefa.

• A tarefa é atribuída a uma força de trabalho privada ou de fornecedor.

• As imagens a serem rotuladas são objetos do Amazon Simple Storage Service (Amazon S3) 
pré-assinados para o operador, para que ele possa acessá-las. Isso será verdadeiro se o 
modelo de tarefa incluir o filtro grant_read_access. Para obter mais informações sobre o filtro
grant_read_access, consulte Adicionar automação com o Liquid.

Veja a seguir um exemplo de modelo de tarefa personalizado para um trabalho de rotulagem de 
segmentação de instância personalizada, incluindo a tag <crowd-instance-segmentation/> e 
o filtro grant_read_access do Liquid.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-instance-segmentation 
    name="crowd-instance-segmentation" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    labels="['Car','Road']" 
   <full-instructions header="Segmentation instructions"> 
      Segment each instance of each class of objects in the image.  
    </full-instructions> 

    <short-instructions> 
      <p>Segment each instance of each class of objects in the image.</p> 

      <h3 style="color: green">GOOD EXAMPLES</h3> 
      <img src="path/to/image.jpg" style="width: 100%"> 
      <p>Good because A, B, C.</p> 

      <h3 style="color: red">BAD EXAMPLES</h3> 
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      <img src="path/to/image.jpg" style="width: 100%"> 
      <p>Bad because X, Y, Z.</p> 
    </short-instructions> 
  </crowd-instance-segmentation>
</crowd-form>

Classificação de imagem (Rótulo único)

Use uma tarefa de rotulagem de classificação de imagem do Amazon SageMaker Ground 
Truth quando precisar que os operadores classifiquem as imagens usando rótulos predefinidos 
especificados. Imagens são exibidas aos operadores, e eles são solicitados a escolher um rótulo 
para cada uma.

Você pode criar um trabalho de rotulagem de classificação de imagem usando a seção do Ground 
Truth no console do Amazon SageMaker ou a operação CreateLabelingJob.

Important

Para esse tipo de tarefa, se você criar seu próprio arquivo de manifesto, use "source-
ref" para identificar o local de cada arquivo de imagem que deseja rotular. Para obter mais 
informações, consulte Dados de entrada.

Criar um trabalho de rotulagem de classificação de imagem (console)

Você pode seguir as instruções de Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rotulagem de classificação de imagem no console do SageMaker. Na Etapa 10, 
escolha Imagem no menu suspenso Categoria de tarefa e Classificação de imagem (único rótulo)
como o tipo de tarefa.

O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Ao criar o trabalho de rotulagem com o console, você especifica instruções 
para ajudar os operadores a concluírem o trabalho e os rótulos que eles podem escolher.
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Criar um trabalho de rotulagem de classificação de imagem (API)

Para criar um trabalho de rotulagem de classificação de imagem, use a operação de
CreateLabelingJob de API do SageMaker. Essa API define essa operação para todos os AWS 
SDKs. Para ver uma lista de SDKs específicos de linguagem compatíveis com essa operação, revise 
a seção Consulte também do CreateLabelingJob.

Siga as instruções em Criar um trabalho de rotulagem (API) e faça o seguinte enquanto você 
configura a solicitação:
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• As funções do Lambda de pré-anotação para esse tipo de tarefa terminam com PRE-
ImageMultiClass. Para encontrar o Lambda ARN de pré-anotação de sua região, consulte
PreHumanTaskLambdaArn.

• As funções do Lambda de consolidação de anotações para esse tipo de tarefa terminam com
ACS-ImageMultiClass. Para localizar o ARN de consolidação de anotações do Lambda ARN 
de sua região, consulte AnnotationConsolidationLambdaArn.

Veja a seguir um exemplo de uma solicitação do Python SDK (Boto3) da AWS para criar um trabalho 
de rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia). Todos os 
parâmetros em vermelho devem ser substituídos por suas especificações e recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-image-classification-labeling-job', 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
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        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
ImageMultiClass, 
        'TaskKeywords': [ 
             Image classification', 
        ], 
        'TaskTitle': Image classification task', 
        'TaskDescription': 'Carefully inspect the image and classify it by selecting 
 one label from the categories provided.', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-ImageMultiClass' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Fornecer um modelo para trabalhos de rotulagem de classificação de imagem

Se você criar um trabalho de rotulagem usando a API, será necessário fornecer um modelo de tarefa 
de operador em UiTemplateS3Uri. Copie e modifique o modelo a seguir. Modifique somente
short-instructions, full-instructions e header.

Faça upload deste modelo para o S3 e forneça o URI do S3 para este arquivo em
UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-image-classifier 
    name="crowd-image-classifier" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="please classify" 
    categories="{{ task.input.labels | to_json | escape }}" 
  > 
    <full-instructions header="Image classification instructions"> 
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li> 
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      <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
      <li><strong>Choose</strong> the appropriate label that best suits the image.</
li></ol> 
    </full-instructions> 
    <short-instructions> 
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3> 
      <p>Enter description to explain the correct label to the workers</p> 
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3><p>Enter 
 description of an incorrect label</p> 
    </short-instructions> 
  </crowd-image-classifier>
</crowd-form>

Dados de saída de classificação de imagens

Depois de criar um trabalho de rotulagem de classificação de imagem, seus dados de saída serão 
localizados no bucket do Amazon S3 especificado no parâmetro S3OutputPath ao usar a API ou 
no campo Local do conjunto de dados de saída da seção Visão geral do trabalho do console.

Para saber mais sobre o arquivo manifesto de saída gerado pelo Ground Truth, e sobre a estrutura 
do arquivo que o Ground Truth usa para armazenar os dados de saída, consulte Dados de saída.

Para ver um exemplo de arquivo manifesto de saída de um trabalho de rotulagem de classificação de 
imagem, consulte Saída do trabalho de classificação.

Classificação de imagens (com vários rótulos)

Use uma tarefa de rotulagem de classificação de imagens do Amazon SageMaker Ground Truth 
com vários rótulos quando precisar que os operadores classifiquem vários objetos em uma imagem. 
Por exemplo, a imagem a seguir apresenta um cão e um gato. Você pode usar a classificação de 
imagens com vários rótulos para associar os rótulos “cão” e “gato” a essa imagem.
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Ao trabalhar em uma tarefa de classificação de imagem com vários rótulos, os operadores devem 
escolher todos os rótulos aplicáveis, mas devem escolher pelo menos um. Ao criar um trabalho 
usando esse tipo de tarefa, você pode fornecer até 50 categorias de rótulo.

Ao criar um trabalho de rotulagem no console, o Ground Truth não fornece uma categoria “none 
(nenhum)” para quando nenhum dos rótulos se aplicar a uma imagem. Para fornecer essa opção aos 
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operadores, inclua um rótulo semelhante a “none (nenhum)” ou “other (outro)” ao criar um trabalho 
de classificação de imagem com vários rótulos.

Para restringir a escolha dos operadores a um único rótulo para cada imagem, use o tipo de tarefa
Classificação de imagem (Rótulo único).

Important

Para esse tipo de tarefa, se você criar seu próprio arquivo de manifesto, use "source-
ref" para identificar o local de cada arquivo de imagem que deseja rotular. Para obter mais 
informações, consulte Dados de entrada.

Criar um trabalho de rotulagem de classificação de imagem com vários rótulos (console)

Você pode seguir as instruções Criar um trabalho de rotulagem (console) para saber como criar um 
trabalho de rotulagem de classificação de imagem com vários rótulos no console do . Na Etapa 10, 
escolha Imagem no menu suspenso Categoria de tarefa e Classificação de imagem (com vários 
rótulos) como o tipo de tarefa.

O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Ao criar um trabalho de rotulagem no console, você especifica instruções para 
ajudar os operadores a concluírem o trabalho e os rótulos que eles podem escolher.
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Criar um trabalho de rotulagem de classificação de imagem com vários rótulos (API)

Para criar um trabalho de rotulagem de classificação de imagem com vários rótulos, use a operação
CreateLabelingJob de API do SageMaker. Essa API define essa operação para todos os AWS 
SDKs. Para ver uma lista de SDKs específicos de linguagem compatíveis com essa operação, revise 
a seção Consulte também do CreateLabelingJob.

Siga as instruções em Criar um trabalho de rotulagem (API) e faça o seguinte enquanto você 
configura a solicitação:

• As funções do Lambda de pré-anotação para esse tipo de tarefa terminam com PRE-
ImageMultiClassMultiLabel. Para encontrar o Lambda ARN de pré-anotação de sua região, 
consulte PreHumanTaskLambdaArn.

• As funções do Lambda de consolidação de anotações para esse tipo de tarefa terminam com
ACS-ImageMultiClassMultiLabel. Para localizar o ARN de consolidação de anotações do 
Lambda ARN de sua região, consulte AnnotationConsolidationLambdaArn.
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Veja a seguir um exemplo de uma solicitação do Python SDK (Boto3) da AWS para criar um trabalho 
de rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia). Todos os 
parâmetros em vermelho devem ser substituídos por suas especificações e recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-multi-label-image-classification-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
ImageMultiClassMultiLabel', 
        'TaskKeywords': [ 
             'Image Classification', 
        ], 
        'TaskTitle': 'Multi-label image classification task', 
        'TaskDescription': 'Select all labels that apply to the images shown', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
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        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-ImageMultiClassMultiLabel' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Fornecer um modelo para classificação de imagem com vários rótulos

Se você criar um trabalho de rotulagem usando a API, será necessário fornecer um modelo de tarefa 
de operador em UiTemplateS3Uri. Copie e modifique o modelo a seguir. Modifique somente
short-instructions, full-instructions e header.

Faça upload deste modelo para o S3 e forneça o URI do S3 para este arquivo em
UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-image-classifier-multi-select 
    name="crowd-image-classifier-multi-select" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Please identify all classes in image" 
    categories="{{ task.input.labels | to_json | escape }}" 
  > 
    <full-instructions header="Multi Label Image classification instructions"> 
      <ol><li><strong>Read</strong> the task carefully and inspect the image.</li> 
      <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
       <li><strong>Choose</strong> the appropriate labels that best suit the image.</
li></ol> 
    </full-instructions> 
    <short-instructions> 
      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3> 
      <p>Enter description to explain the correct label to the workers</p> 
      <h3><span style="color: rgb(230, 0, 0);">Bad example</span></h3> 
      <p>Enter description of an incorrect label</p> 
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   </short-instructions> 
  </crowd-image-classifier-multi-select>
</crowd-form>

Dados de saída de classificação de imagens com vários rótulos

Depois de criar um trabalho de rotulagem de classificação de imagem de vários rótulos, seus dados 
de saída serão localizados no bucket do Amazon S3 especificado no parâmetro S3OutputPath ao 
usar a API ou no campo Local do conjunto de dados de saída da seção Visão geral do trabalho do 
console.

Para saber mais sobre o arquivo manifesto de saída gerado pelo Ground Truth, e sobre a estrutura 
do arquivo que o Ground Truth usa para armazenar os dados de saída, consulte Dados de saída.

Para ver um exemplo de arquivos manifesto de saída para o trabalho de rotulagem de classificação 
de imagem com vários rótulos, consulte Saída do trabalho de classificação com vários rótulos.

Verificação dos rótulos de imagem

A criação de um conjunto de dados de treinamento altamente preciso para seu algoritmo de machine 
learning (ML) é um processo iterativo. Normalmente, você revisa e ajusta continuamente os rótulos 
até estar convencido de que eles representam com precisão a verdade fundamental, ou o que é 
diretamente observável no mundo real.

Você pode usar uma tarefa de verificação de rótulo do Amazon SageMaker Ground Truth para 
direcionar os operadores para revisar os rótulos de um conjunto de dados e melhorar a precisão 
da rotulagem. Os operadores podem indicar se os rótulos existentes estão corretos ou classificar 
a qualidade deles. Eles também podem adicionar comentários para explicar seu raciocínio. O 
Amazon SageMaker Ground Truth oferece suporte à verificação de Bounding Box e de rótulos de
Segmentação semântica da imagem.

Você cria um trabalho de rotulagem de verificação de rótulos de imagem usando a seção Ground 
Truth do console do Amazon SageMaker ou a operação CreateLabelingJob.

O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Após criar o trabalho de rotulagem com o console, é possível modificar as 
imagens e o conteúdo exibidos. Para saber como criar um trabalho de rotulagem no console usando 
o Ground Truth, consulte Criar um trabalho de rotulagem (console).
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É possível criar um trabalho de verificação de rotulagem usando o console ou a API do 
SageMaker. Para saber como criar um trabalho de rotulagem usando a operação da API Ground 
TruthCreateLabelingJob, consulte Criar um trabalho de rotulagem (API).

Use o Ground Truth para rotular textos

Use o Ground Truth para rotular textos. Selecione um dos seguintes tipos de tarefa incorporados 
para saber mais sobre esse tipo de tarefa. Cada página inclui instruções para ajudar você a criar um 
trabalho de rotulagem usando esse tipo de tarefa.

Tip

Para saber mais sobre os tipos de arquivo compatíveis e as cotas de dados de entrada, 
consulte Dados de entrada.
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Tópicos

• Reconhecimento de entidades nomeadas

• Classificação de texto (Rótulo único)

• Classificação de texto (com vários rótulos)

Reconhecimento de entidades nomeadas

Para extrair informações de texto não estruturado e classificá-las em categorias predefinidas, use 
uma tarefa de rotulagem de reconhecimento de entidade nomeada (NER) do Amazon SageMaker 
Ground Truth. Tradicionalmente, a NER envolve examinar dados de texto para localizar frases 
substantivas, chamadas entidades nomeadas e categorizar cada uma com um rótulo, como 
"pessoa", "organização" ou "marca". Você pode ampliar essa tarefa para rotular longos períodos de 
texto e categorizar essas sequências com rótulos predefinidos especificados.

Quando encarregados de um trabalho de rotulagem de reconhecimento de entidade nomeada, os 
operadores aplicam seus rótulos a palavras ou frases específicas dentro de um bloco de texto maior. 
Eles escolhem um rótulo e o aplicam usando o cursor para realçar a parte do texto à qual o rótulo se 
aplica. A ferramenta de reconhecimento de entidades nomeadas Ground Truth suporta anotações 
sobrepostas, seleção de rótulos no contexto e seleção de vários rótulos para um único destaque. 
Além disso, os operadores podem usar seus teclados para selecionar rótulos rapidamente.

É possível criar um trabalho de rotulagem de reconhecimento de entidade nomeada usando a seção 
do Ground Truth no console do Amazon SageMaker ou a operação CreateLabelingJob.

Important

Se você criar manualmente um arquivo manifesto de entrada, use "source" para identificar 
o texto que você deseja rotular. Para obter mais informações, consulte Dados de entrada.

Criar um trabalho de rotulagem de reconhecimento de entidade nomeada (console)

Você pode seguir as instruções Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rotulagem de reconhecimento de entidade nomeada no console do SageMaker. Na 
Etapa 10, escolha Texto no menu suspenso Categoria da tarefa e selecione Reconhecimento de 
entidades nomeadas como o tipo de tarefa.
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O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Ao criar o trabalho de rotulagem com o console, você especifica instruções 
para ajudar os operadores a concluírem o trabalho e os rótulos que eles podem escolher.

Criar um trabalho de rotulagem de reconhecimento de entidade nomeada (API)

Crie um trabalho de rotulagem de reconhecimento de entidade nomeada usando a operação de API
CreateLabelingJob do SageMaker. Essa API define essa operação para todos os AWS SDKs. 
Para ver uma lista de SDKs específicos de linguagem compatíveis com essa operação, revise a 
seção Ver também do CreateLabelingJob.

Siga as instruções em Criar um trabalho de rotulagem (API) e faça o seguinte enquanto você 
configura a solicitação:

Texto do rótulo 1393

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html


Amazon SageMaker Guia do Desenvolvedor

• As funções do Lambda de pré-anotação para esse tipo de tarefa terminam com PRE-
NamedEntityRecognition. Para encontrar o ARN do Lambda de pré-anotação de sua região, 
consulte PreHumanTaskLambdaArn.

• As funções do Lambda de consolidação de anotações para esse tipo de tarefa terminam com
ACS-NamedEntityRecognition. Para localizar o ARN de consolidação de anotações do ARN 
do Lambda de sua região, consulte AnnotationConsolidationLambdaArn.

• Você deve fornecer o seguinte ARN para HumanTaskUiArn:

arn:aws:sagemaker:aws-region:394669845002:human-task-ui/NamedEntityRecognition

Substitua aws-region pela região da AWS na qual você está criando o trabalho de rotulagem. 
Por exemplo, use us-west-1 se você criar um trabalho de rotulagem no Oeste dos EUA (Norte 
da Califórnia).

• Forneça instruções ao operador no arquivo de configuração da categoria de rótulo usando o 
parâmetro instructions. Você pode usar uma string ou linguagem de marcação HTML em
shortInstruction e campos fullInstruction. Para obter mais detalhes, consulte Forneça 
instruções de trabalho em um Arquivo de configuração de categoria de rótulo.

"instructions": {"shortInstruction":"<h1>Add header</h1><p>Add Instructions</p>", 
 "fullInstruction":"<p>Add additional instructions.</p>"}

Veja a seguir um exemplo de uma solicitação do SDK Python (Boto3) da AWS para criar um trabalho 
de rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia). Todos os 
parâmetros em vermelho devem ser substituídos por suas especificações e recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-ner-labeling-job', 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
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        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*', 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'HumanTaskUiArn': 'arn:aws:sagemaker:us-east-1:394669845002:human-task-ui/
NamedEntityRecognition' 
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
NamedEntityRecognition', 
        'TaskKeywords': [ 
             'Named entity Recognition', 
        ], 
        'TaskTitle': 'Named entity Recognition task', 
        'TaskDescription': 'Apply the labels provided to specific words or phrases 
 within the larger text block.', 
        'NumberOfHumanWorkersPerDataObject': 1, 
        'TaskTimeLimitInSeconds': 28800, 
        'TaskAvailabilityLifetimeInSeconds': 864000, 
        'MaxConcurrentTaskCount': 1000, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-NamedEntityRecognition' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Texto do rótulo 1395



Amazon SageMaker Guia do Desenvolvedor

Forneça instruções de trabalho em um Arquivo de configuração de categoria de rótulo

Você deve fornecer instruções ao operador no arquivo de configuração da categoria de rótulo em 
que você identifica com o parâmetro LabelCategoryConfigS3Uri no CreateLabelingJob. 
Você pode usar essas instruções para fornecer detalhes sobre a tarefa que você deseja que os 
operadores executem e ajudá-los a usar a ferramenta com eficiência.

Você fornece instruções curtas e longas usando shortInstruction e fullInstruction no 
parâmetro instructions, respectivamente. Para saber mais sobre esses tipos de instrução, 
consulte Criar páginas de instrução.

Veja a seguir um exemplo de um arquivo de configuração de categoria de rótulo com instruções que 
podem ser usadas para uma tarefa de rotulagem de reconhecimento de entidade nomeada.

{ 
  "document-version": "2018-11-28", 
  "labels": [ 
    { 
      "label": "label1", 
      "shortDisplayName": "L1" 
    }, 
    { 
      "label": "label2", 
      "shortDisplayName": "L2" 
    }, 
    { 
      "label": "label3", 
      "shortDisplayName": "L3" 
    }, 
    { 
      "label": "label4", 
      "shortDisplayName": "L4" 
    }, 
    { 
      "label": "label5", 
      "shortDisplayName": "L5" 
    } 
  ], 
  "instructions": { 
    "shortInstruction": "<p>Enter description of the labels that workers have  
                        to choose from</p><br><p>Add examples to help workers 
 understand the label</p>", 
    "fullInstruction": "<ol> 
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                        <li><strong>Read</strong> the text carefully.</li> 
                        <li><strong>Highlight</strong> words, phrases, or sections of 
 the text.</li> 
                        <li><strong>Choose</strong> the label that best matches what 
 you have highlighted.</li> 
                        <li>To <strong>change</strong> a label, choose highlighted text 
 and select a new label.</li> 
                        <li>To <strong>remove</strong> a label from highlighted text, 
 choose the X next to the  
                        abbreviated label name on the highlighted text.</li> 
                        <li>You can select all of a previously highlighted text, but 
 not a portion of it.</li> 
                        </ol>" 
  }
}

Dados de saída de reconhecimento de entidades nomeadas

Depois de criar um trabalho de rotulagem de reconhecimento de entidade nomeada, seus dados 
de saída serão localizados no bucket do Amazon S3 especificado no parâmetro S3OutputPath
ao usar a API ou no campo Localização do conjunto de dados de saída da seção Visão geral do 
trabalho do console.

Para saber mais sobre o arquivo manifesto de saída gerado pelo Ground Truth, e sobre a estrutura 
do arquivo que o Ground Truth usa para armazenar os dados de saída, consulte Dados de saída.

Classificação de texto (Rótulo único)

Para categorizar artigos e texto em categorias predefinidas, use a classificação de texto. Por 
exemplo, você pode usar a classificação de texto para identificar o sentimento transmitido em uma 
revisão ou a emoção implícita em uma seção de texto. Use a classificação de texto do Amazon 
SageMaker Ground Truth para que os operadores classifiquem o texto em categorias definidas.

Crie um trabalho de rotulagem de classificação de texto usando a seção do Ground Truth no console 
do Amazon SageMaker ou a operação CreateLabelingJob.

Important

Se você criar manualmente um arquivo de manifesto de entrada, use "source" para 
identificar o texto que você deseja rotular. Para obter mais informações, consulte Dados de 
entrada.
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Criar um trabalho de rotulagem de classificação de texto (Console)

Você pode seguir as instruções de Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rotulagem de classificação de texto no console do SageMaker. Na Etapa 10, escolha
Texto no menu suspenso Categoria de tarefa e Classificação de texto (Único rótulo) como o tipo de 
tarefa.

O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Ao criar o trabalho de rotulagem com o console, você especifica instruções 
para ajudar os operadores a concluírem o trabalho e os rótulos que eles podem escolher.

Criar um trabalho de rotulagem de classificação de texto (API)

Para criar um trabalho de rotulagem de classificação de texto, use a operação
CreateLabelingJob de API do SageMaker. Essa API define essa operação para todos os AWS 
SDKs. Para ver uma lista de SDKs específicos de linguagem compatíveis com essa operação, revise 
a seção Consulte também do CreateLabelingJob.

Siga as instruções em Criar um trabalho de rotulagem (API) e faça o seguinte enquanto você 
configura a solicitação:
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• As funções do Lambda de pré-anotação para esse tipo de tarefa terminam com PRE-
TextMultiClass. Para encontrar o Lambda ARN de pré-anotação de sua região, consulte
PreHumanTaskLambdaArn.

• As funções do Lambda de consolidação de anotações para esse tipo de tarefa terminam com
ACS-TextMultiClass. Para localizar o ARN de consolidação de anotações do Lambda ARN de 
sua região, consulte AnnotationConsolidationLambdaArn.

Veja a seguir um exemplo de uma solicitação do Python SDK (Boto3) da AWS para criar um trabalho 
de rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia). Todos os 
parâmetros em vermelho devem ser substituídos por suas especificações e recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-text-classification-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
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        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
TextMultiClass, 
        'TaskKeywords': [ 
             Text classification', 
        ], 
        'TaskTitle': Text classification task', 
        'TaskDescription': 'Carefully read and classify this text using the categories 
 provided.', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-TextMultiClass' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Fornecer um modelo para trabalhos de rotulagem de classificação de texto

Se você criar um trabalho de rotulagem usando a API, será necessário fornecer um modelo de 
tarefas de operador em UiTemplateS3Uri. Copie e modifique o modelo a seguir. Modifique 
somente short-instructions, full-instructions e header.

Faça upload deste modelo para o S3 e forneça o URI do S3 para este arquivo em
UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-classifier 
    name="crowd-classifier" 
    categories="{{ task.input.labels | to_json | escape }}" 
    header="classify text" 
  > 
    <classification-target style="white-space: pre-wrap"> 
      {{ task.input.taskObject }} 
    </classification-target> 
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    <full-instructions header="Classifier instructions"> 
      <ol><li><strong>Read</strong> the text carefully.</li> 
      <li><strong>Read</strong> the examples to understand more about the options.</li> 
      <li><strong>Choose</strong> the appropriate labels that best suit the text.</
li></ol> 
    </full-instructions> 
    <short-instructions> 
      <p>Enter description of the labels that workers have to choose from</p> 
      <p><br></p><p><br></p><p>Add examples to help workers understand the label</p> 
      <p><br></p><p><br></p><p><br></p><p><br></p><p><br></p> 
    </short-instructions> 
  </crowd-classifier> 
  </crowd-form>

Dados de saída de classificação de texto

Depois de criar um trabalho de rotulagem de classificação de texto, seus dados de saída serão 
localizados no bucket do Amazon S3 especificado no parâmetro S3OutputPath ao usar a API ou 
no campo Local do conjunto de dados de saída da seção Visão geral do trabalho do console.

Para saber mais sobre o arquivo manifesto de saída gerado pelo Ground Truth, e sobre a estrutura 
do arquivo que o Ground Truth usa para armazenar os dados de saída, consulte Dados de saída.

Para ver um exemplo de arquivo manifesto de saída de um trabalho de rotulagem de classificação de 
texto, consulte Saída do trabalho de classificação.

Classificação de texto (com vários rótulos)

Para categorizar artigos e texto em várias categorias predefinidas, use o tipo de tarefa de 
classificação de texto com vários rótulos. Por exemplo, você pode usar esse tipo de tarefa para 
identificar mais de uma emoção transmitida no texto.

Ao trabalhar em uma tarefa de classificação de texto com vários rótulos, os operadores devem 
escolher todos os rótulos aplicáveis, mas devem escolher pelo menos um. Ao criar uma tarefa 
usando esse tipo de tarefa, você pode fornecer até 50 categorias de rótulo.

O Amazon SageMaker Ground Truth não fornece uma categoria “none (nenhum)” quando nenhum 
dos rótulos se aplica. Para fornecer essa opção aos operadores, inclua um rótulo semelhante a 
“none (nenhum)” ou “other (outro)” ao criar um trabalho de classificação de texto com vários rótulos.

Para restringir a escolha dos operadores a um único rótulo para cada seleção de documento ou 
texto, use o tipo de tarefa Classificação de texto (Rótulo único).
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Important

Se você criar manualmente um arquivo manifesto de entrada, use "source" para identificar 
o texto que você deseja rotular. Para obter mais informações, consulte Dados de entrada.

Criar um trabalho de rotulagem de classificação de texto com vários rótulos (console)

Você pode seguir as instruções de Criar um trabalho de rotulagem (console) para saber como 
criar um trabalho de rotulagem de classificação de texto com vários rótulos no console do Amazon 
SageMaker. Na Etapa 10, escolha Texto no menu suspenso Categoria da tarefa e Classificação de 
texto (vários rótulos) como o tipo de tarefa.

O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Ao criar o trabalho de rotulagem com o console, você especifica instruções 
para ajudar os operadores a concluírem o trabalho e os rótulos que eles podem escolher.
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Criar um trabalho de rotulagem de classificação de texto com vários rótulos (API)

Para criar um trabalho de rotulagem de classificação de texto com vários rótulos, use a operação
CreateLabelingJob de API do SageMaker. Essa API define essa operação para todos os AWS 
SDKs. Para ver uma lista de SDKs específicos de idiomas compatíveis com essa operação, revise a 
seção Ver também do CreateLabelingJob.

Siga as instruções em Criar um trabalho de rotulagem (API) e faça o seguinte enquanto você 
configura a solicitação:

• As funções do Lambda de pré-anotação para esse tipo de tarefa terminam com PRE-
TextMultiClassMultiLabel. Para encontrar o ARN do Lambda de pré-anotação de sua 
região, consulte PreHumanTaskLambdaArn.

• As funções do Lambda de consolidação de anotações para esse tipo de tarefa terminam com
ACS-TextMultiClassMultiLabel. Para localizar o ARN de consolidação de anotações do 
ARN do Lambda de sua região, consulte AnnotationConsolidationLambdaArn.

Veja a seguir um exemplo de uma solicitação do SDK Python (Boto3) da AWS para criar um trabalho 
de rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia). Todos os 
parâmetros em vermelho devem ser substituídos por suas especificações e recursos.

response = client.create_labeling_job( 
    LabelingJobName='example-multi-label-text-classification-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
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    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/custom-worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda::function:PRE-
TextMultiClassMultiLabel, 
        'TaskKeywords': [ 
             'Text Classification', 
        ], 
        'TaskTitle': 'Multi-label text classification task', 
        'TaskDescription': 'Select all labels that apply to the text shown', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-TextMultiClassMultiLabel' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Criar um modelo para classificação de texto com vários rótulos

Se você criar um trabalho de rotulagem usando a API, será necessário fornecer um modelo de 
tarefas de operador em UiTemplateS3Uri. Copie e modifique o modelo a seguir. Modifique 
somente short-instructions, full-instructions e header.

Faça upload deste modelo para o S3 e forneça o URI do S3 para este arquivo em
UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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<crowd-form> 
  <crowd-classifier-multi-select 
    name="crowd-classifier-multi-select" 
    categories="{{ task.input.labels | to_json | escape }}" 
    header="Please identify all classes in the below text" 
  > 
    <classification-target style="white-space: pre-wrap"> 
      {{ task.input.taskObject }} 
    </classification-target> 
    <full-instructions header="Classifier instructions"> 
      <ol><li><strong>Read</strong> the text carefully.</li> 
      <li><strong>Read</strong> the examples to understand more about the options.</li> 
      <li><strong>Choose</strong> the appropriate labels that best suit the text.</
li></ol> 
    </full-instructions> 
    <short-instructions> 
      <p>Enter description of the labels that workers have to choose from</p> 
      <p><br></p> 
      <p><br></p><p>Add examples to help workers understand the label</p> 
      <p><br></p><p><br></p><p><br></p><p><br></p><p><br></p> 
    </short-instructions> 
  </crowd-classifier-multi-select> 
  </crowd-form>

Para saber como criar um modelo personalizado, consulte Criar fluxos de trabalho de rotulagem 
personalizados.

Dados de saída de classificação de texto com vários rótulos

Depois de criar um trabalho de rotulagem de classificação de texto de vários rótulos, seus dados 
de saída serão localizados no bucket do Amazon S3 especificado no parâmetro S3OutputPath ao 
usar a API ou no campo Local do conjunto de dados de saída da seção Visão geral do trabalho do 
console.

Para saber mais sobre o arquivo manifesto de saída gerado pelo Ground Truth, e sobre a estrutura 
do arquivo que o Ground Truth usa para armazenar os dados de saída, consulte Dados de saída.

Para ver um exemplo de arquivos manifesto de saída para o trabalho de rotulagem de classificação 
de texto com vários rótulos, consulte Saída do trabalho de classificação com vários rótulos.
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Rotule vídeos e quadros de vídeo

Você pode usar o Ground Truth para classificar vídeos e fazer anotações em quadros de vídeo 
(imagens estáticas extraídas de vídeos) usando um dos três tipos de tarefas de vídeo integrados. 
Esses tipos de tarefas simplificam o processo de criação de trabalhos de rotulagem de quadros de 
vídeo e vídeo usando o console, a API e os SDKs específicos da linguagem do Amazon SageMaker.

• Classificação de videoclipes — Permita que os operadores classifiquem os vídeos nas categorias 
que você especificar. Por exemplo, você pode usar esse tipo de tarefa para que os operadores 
categorizem os vídeos em tópicos como esportes, comédia, música e educação. Para saber mais, 
consulte Classificação do vídeo.

• Trabalhos de rotulagem de quadros de vídeo — Permita que os operadores façam anotações em 
quadros de vídeo extraídos de um vídeo usando caixas delimitadoras, linhas poligonais, polígonos 
ou ferramentas de anotação de pontos principais. O Ground Truth oferece dois tipos de tarefas 
integrados para rotular quadros de vídeo:

• Detecção de objetos em quadros de vídeo: permita que os operadores identifiquem e localizem 
objetos em quadros de vídeo.

• Rastreamento de objetos do quadro de vídeo: permita que os operadores rastreiem o movimento 
dos objetos nos quadros do vídeo.

• Trabalhos de ajuste de quadro de vídeo: faça com que os operadores ajustem rótulos, atributos 
de categoria de rótulo e atributos de quadro de um trabalho anterior de detecção de objetos de 
quadro de vídeo ou rotulagem de rastreamento de objetos.

• Trabalhos de ajuste de quadro de vídeo: faça com que os operadores verifiquem rótulos, 
atributos de categoria de rótulo e atributos de quadro de um trabalho anterior de detecção de 
objetos de quadro de vídeo ou rotulagem de rastreamento de objetos.

Se você tiver arquivos de vídeo, poderá usar a ferramenta automática de extração de quadros 
Ground Truth para extrair quadros de vídeo dos vídeos. Para saber mais, consulte Dados de 
entrada do quadro de vídeo.

Tip

Para saber mais sobre os tipos de arquivo compatíveis e as cotas de dados de entrada, 
consulte Dados de entrada.
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Tópicos

• Classificação do vídeo

• Rotular os quadros de vídeo

• Instruções do operador

Classificação do vídeo

Use uma tarefa de rotulagem de classificação de vídeo do Amazon SageMaker Ground Truth quando 
precisar que os operadores classifiquem os vídeos usando rótulos predefinidos especificados. Os 
vídeos são exibidos aos operadores, e eles são solicitados a escolher um rótulo para cada um.

Crie um trabalho de rotulagem de classificação de vídeo usando a seção do Ground Truth no console 
do Amazon SageMaker ou a operação CreateLabelingJob.

Seus arquivos de vídeo devem ser codificados em um formato compatível com o navegador usado 
pela equipe de trabalho que rotula seus dados. É recomendável verificar se todos os formatos de 
arquivo de vídeo em seu arquivo de manifesto de entrada são exibidos corretamente usando a 
visualização prévia da interface do usuário do operador. Você pode comunicar os navegadores 
compatíveis aos seus funcionários usando as instruções do operador. Para ver os formatos de 
arquivo compatíveis, consulte Formatos de dados suportados.

Important

Para esse tipo de tarefa, se você criar seu próprio arquivo de manifesto, use "source-ref"
para identificar o local de cada arquivo de vídeo no Amazon S3 que deseja rotular. Para 
obter mais informações, consulte Dados de entrada.

Criar um trabalho de rotulagem de classificação de vídeo (Console)

Você pode seguir as instruções de Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rotulagem de classificação de vídeo no console do SageMaker. Na etapa 10, escolha
Vídeo no menu suspenso da Categoria de tarefas e escolha Classificação do vídeo como o tipo de 
tarefa.

O Ground Truth fornece uma interface de usuário do operador que se parece com a seguinte para 
tarefas de rotulagem. Ao criar um trabalho de rotulagem no console, você especifica instruções para 
ajudar os operadores a concluírem o trabalho e os rótulos que eles podem escolher.
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Criar um trabalho de rotulagem de classificação de vídeo (API)

Esta seção aborda detalhes que você precisa saber ao criar um trabalho de rotulagem usando 
a operação CreateLabelingJob de API do SageMaker. Essa API define essa operação para 
todos os AWS SDKs. Para ver uma lista de SDKs específicos de linguagem compatíveis com essa 
operação, revise a seção Consulte também do CreateLabelingJob.

Siga as instruções em Criar um trabalho de rotulagem (API) e faça o seguinte enquanto você 
configura a solicitação:

• Use uma função do Lambda de pré-anotação que termine com PRE-VideoClassification. 
Para encontrar o Lambda ARN de pré-anotação de sua região, consulte
PreHumanTaskLambdaArn.

• Use uma função do Lambda de consolidação de anotações que termine com ACS-
VideoClassification. Para localizar o ARN de consolidação de anotações do Lambda ARN 
de sua região, consulte AnnotationConsolidationLambdaArn.

Veja a seguir um exemplo de uma solicitação do Python SDK (Boto3) da AWS para criar um trabalho 
de rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia).
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response = client.create_labeling_job( 
    LabelingJobName='example-video-classification-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:region:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/worker-task-template.html'
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoClassification', 
        'TaskKeywords': [ 
             'Video Classification', 
        ], 
        'TaskTitle': 'Video classification task', 
        'TaskDescription': 'Select a label to classify this video', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
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            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoClassification' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Forneça um modelo para classificação de vídeo

Se você criar um trabalho de rotulagem usando a API, será necessário fornecer um modelo de 
tarefas de operador em UiTemplateS3Uri. Copie e modifique o modelo a seguir modificando 
o short-instructions, full-instructions, e header. Faça upload deste modelo para o 
Amazon S3 e forneça o URI do Amazon S3 para este arquivo em UiTemplateS3Uri.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script> 

              <crowd-form> 
                  <crowd-classifier 
                    name="crowd-classifier" 
                    categories="{{ task.input.labels | to_json | escape }}" 
                    header="Please classify video" 
                  > 
                    <classification-target> 
                       <video width="100%" controls/> 
                        <source src="{{ task.input.taskObject | grant_read_access }}" 
 type="video/mp4"/> 
                        <source src="{{ task.input.taskObject | grant_read_access }}" 
 type="video/webm"/> 
                        <source src="{{ task.input.taskObject | grant_read_access }}" 
 type="video/ogg"/> 
                      Your browser does not support the video tag. 
                      </video> 
                    </classification-target> 
                    <full-instructions header="Video classification instructions"> 
                      <ol><li><strong>Read</strong> the task carefully and inspect the 
 video.</li> 
                        <li><strong>Read</strong> the options and review the examples 
 provided to understand more about the labels.</li> 
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                        <li><strong>Choose</strong> the appropriate label that best 
 suits the video.</li></ol> 
                    </full-instructions> 
                    <short-instructions> 
                      <h3><span style="color: rgb(0, 138, 0);">Good example</span></h3> 
                        <p>Enter description to explain the correct label to the 
 workers</p> 
                        <p><img src="https://d7evko5405gb7.cloudfront.net/
fe4fed9b-660c-4477-9294-2c66a15d6bbe/src/images/quick-instructions-example-
placeholder.png" style="max-width:100%"></p> 
                        <h3><span style="color: rgb(230, 0, 0);">Bad example</span></
h3> 
                        <p>Enter description of an incorrect label</p> 
                        <p><img src="https://d7evko5405gb7.cloudfront.net/
fe4fed9b-660c-4477-9294-2c66a15d6bbe/src/images/quick-instructions-example-
placeholder.png" style="max-width:100%"></p> 
                    </short-instructions> 
                  </crowd-classifier> 
              </crowd-form>

Dados de saída de classificação de vídeo

Depois de criar um trabalho de rotulagem de classificação de vídeo, seus dados de saída estão 
localizados no bucket do Amazon S3 especificado no parâmetro S3OutputPath ao usar a API ou 
no campo Local do conjunto de dados de saída da seção Visão geral do trabalho do console.

Para saber mais sobre o arquivo manifesto de saída gerado pelo Ground Truth, e sobre a estrutura 
do arquivo que o Ground Truth usa para armazenar os dados de saída, consulte Dados de saída.

Para ver um exemplo de arquivos manifesto de saída para o trabalho de rotulagem de classificação 
de vídeo com vários rótulos, consulte Saída do trabalho de classificação.

Rotular os quadros de vídeo

É possível usar os tipos de tarefas de quadro de vídeo integrados do Ground Truth para que os 
operadores façam anotações em quadros de vídeo usando caixas delimitadoras, linhas poligonais, 
polígonos ou pontos principais. Um quadro de vídeo é uma sequência de imagens que foram 
extraídas de um vídeo.

Se você não tiver quadros de vídeo, poderá fornecer arquivos de vídeo (arquivos MP4) e usar a 
ferramenta automatizada de extração de quadros Ground Truth para extrair quadros de vídeo. Para 
saber mais, consulte Fornecer arquivos de vídeo.
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É possível usar os seguintes tipos de tarefas de vídeo integradas para criar trabalhos de rotulagem 
de quadros de vídeo usando o console do SageMaker do Amazon, a API e os SDKs específicos do 
idioma.

• Detecção de objetos de quadro de vídeo — Use esse tipo de tarefa quando quiser que os 
operadores identifiquem e localizem objetos em sequências de quadros de vídeo. Você fornece 
uma lista de categorias, e os operadores podem selecionar uma categoria por vez e anotar objetos 
aos quais a categoria se aplica em todos os quadros. Por exemplo, essa tarefa pode ser usada 
para pedir aos operadores que identifiquem e localizem tipos diferentes de objetos em uma cena, 
como carros, bicicletas e pedestres.

• Rastreamento de objetos de quadro de vídeo — Use esse tipo de tarefa quando quiser que os 
operadores acompanhem o movimento de instâncias de objetos em sequências de quadros 
de vídeo. Quando um operador adiciona uma anotação a um único quadro, essa anotação é 
associada a um ID da instância exclusivo. O operador adiciona anotações associadas à mesma ID 
em todos os outros quadros para identificar o mesmo objeto ou pessoa. Por exemplo, um operador 
pode rastrear o movimento de um veículo em uma sequência de quadros de vídeo desenhando 
caixas delimitadoras associadas ao mesmo ID ao redor do veículo em cada quadro em que ele 
aparece.

Use os tópicos a seguir para saber mais sobre esses tipos de tarefa integrados e saber como criar 
um trabalho de rotulagem usando cada tipo de tarefa. Consulte Tipos de tarefa para saber mais 
sobre as ferramentas de anotações (caixas delimitadoras, linhas poligonais, polígonos e pontos 
principais) disponíveis para esses tipos de tarefas.

Antes de criar um trabalho de rotulagem, recomendamos que você leia Visão geral do trabalho de 
rotulagem de quadros de vídeo.

Tópicos

• Detecção de objetos de quadro de vídeo

• Rastreamento de objetos de quadros de vídeo

• Visão geral do trabalho de rotulagem de quadros de vídeo

Detecção de objetos de quadro de vídeo

É possível usar o tipo de tarefa de detecção de objetos de quadro de vídeo para que os operadores 
identifiquem e localizem objetos em uma sequência de quadros de vídeo (imagens extraídas de um 
vídeo) usando caixas delimitadoras, linhas poligonais, polígonos ou ferramentas de anotação de 
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pontos principais. A ferramenta escolhida define o tipo de tarefa de quadro de vídeo que você cria. 
Por exemplo, você pode usar operadores do tipo de tarefa de detecção de objetos de quadro de 
vídeo com caixa delimitadora para identificar e localizar vários objetos em uma série de quadros de 
vídeo, como carros, bicicletas e pedestres.

É possível criar um trabalho de rotulagem de detecção de objetos de quadro de vídeo usando 
o console Amazon SageMaker Ground Truth, a API SageMaker e SDKs AWS específicos do 
idioma. Para saber mais, consulte Criar um trabalho de rotulagem de detecção de objetos de 
quadro de vídeo e selecione o método preferido. Consulte Tipos de tarefa para saber mais sobre as 
ferramentas de anotações que você pode escolher ao criar um trabalho de rotulagem.

O Ground Truth fornece uma interface de usuário e ferramentas de trabalho para concluir os 
trabalhos de rotulagem: Visualize a interface do usuário do operador.

É possível criar um trabalho para ajustar anotações criadas em um trabalho de rotulagem de 
detecção de objetos de vídeo usando o tipo de tarefa de ajuste de detecção de objetos de vídeo. 
Para saber mais, consulte Crie um trabalho de ajuste de detecção de objetos de quadros de vídeo ou 
rotulagem de verificação.

Visualize a interface do usuário do operador

O Ground Truth fornece aos operadores uma interface de usuário (UI) da web para concluir suas 
tarefas de anotação de detecção de objetos de quadro de vídeo. É possível visualizar e interagir 
com a interface do usuário do operador ao criar um trabalho de rotulagem no console. Se você for 
um novo usuário, recomendamos criar um trabalho de rotulagem por meio do console usando um 
pequeno conjunto de dados de entrada para visualizar a interface do usuário do operador e garantir 
que os quadros de vídeo, rótulos e atributos de rótulo apareçam conforme o esperado.

A interface do usuário fornece aos operadores as seguintes ferramentas auxiliares de rotulagem para 
concluir as tarefas de detecção de objetos:

• Para todas as tarefas, os operadores podem usar os recursos Copiar para o próximo e os recursos 
do Copiar para todos para copiar uma anotação para o próximo quadro ou para todos os quadros 
subsequentes, respectivamente.

• Para tarefas que incluem as ferramentas da caixa delimitadora, os operadores podem usar o 
recurso Prever o próximo para desenhar uma caixa delimitadora em um único quadro e, em 
seguida, fazer com que a Ground Truth preveja a localização das caixas com o mesmo rótulo em 
todos os outros quadros. Os operadores podem então fazer ajustes para corrigir os locais previstos 
das caixas.
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Criar um trabalho de rotulagem de detecção de objetos de quadro de vídeo

É possível criar um trabalho de rotulagem de detecção de objetos de quadro de vídeo usando o 
console do SageMaker ou a operação da API CreateLabelingJob.

Esta seção pressupõe que você tenha revisado o Visão geral do trabalho de rotulagem de quadros 
de vídeo e escolhido o tipo de dados de entrada e a conexão do conjunto de dados de entrada que 
está usando.

Criar um trabalho de rotulagem (console)

É possível seguir as instruções em Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rastreamento de objetos de quadros de vídeo no console do SageMaker. Na etapa 
10, escolha Vídeo - Detecção de objetos na lista suspensa da Categoria da tarefa. Selecione o tipo 
de tarefa que você deseja selecionando um dos cartões em Seleção de tarefas.
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Criar um trabalho de rotulagem (API)

Você cria um trabalho de rotulagem de detecção de objetos usando a operação de API do 
SageMaker CreateLabelingJob. Essa API define essa operação para todos os AWS SDKs. 
Para ver uma lista de SDKs específicos do idioma compatíveis com essa operação, revise a seção
Consulte também do CreateLabelingJob.
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Criar um trabalho de rotulagem (API) fornece uma visão geral da operação CreateLabelingJob. 
Siga estas instruções e faça o seguinte enquanto configura a solicitação:

• É necessário inserir um ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
VideoObjectDetection. Substitua <region> pela região da AWS na qual você está criando o 
trabalho de rotulagem.

Não inclua uma entrada para o parâmetro UiTemplateS3Uri.

• O LabelAttributeName deve terminar em -ref. Por exemplo, video-od-labels-ref.

• O arquivo manifesto de entrada deve ser um arquivo manifesto de sequência de quadros de vídeo. 
É possível criar esse arquivo manifesto usando o console do SageMaker ou criá-lo manualmente 
e carregá-lo no Amazon S3. Para obter mais informações, consulte Configuração de dados de 
entrada.

• Você só pode usar equipes de trabalho privadas ou de fornecedores para criar trabalhos de 
rotulagem de detecção de objetos de quadro de vídeo.

• Especifique os rótulos, as categorias de rótulo, os atributos de quadro, tipo de tarefa e as 
instruções do operador em um arquivo de configuração da categoria de rótulo. Especifique o 
tipo de tarefa (caixas delimitadoras, linhas poligonais, polígonos ou ponto principal) usando
annotationType no arquivo de configuração de categoria de rótulo. Para obter mais 
informações, consulte Criar um arquivo de configuração de categoria de rotulagem com atributos 
de categoria e quadro de rótulo para saber como criar esse arquivo.

• É necessário fornecer ARNs predefinidos para as funções do Lambda de pré-anotação e pós-
anotação (ACS). Esses ARNs são específicos da região da AWS usada para criar o trabalho de 
rotulagem.

• Para localizar o ARN de pré-anotação do Lambda, consulte PreHumanTaskLambdaArn. Use 
a região em que você está criando o trabalho de rotulagem para encontrar o ARN correto que 
termina com PRE-VideoObjectDetection.

• Para localizar o ARN de pós-anotação do Lambda, consulte
AnnotationConsolidationLambdaArn. Use a região em que você está criando o trabalho 
de rotulagem para encontrar o ARN correto que termina com ACS-VideoObjectDetection.

• O número de operadores especificado em NumberOfHumanWorkersPerDataObject deve ser
1.
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• A rotulagem automatizada de dados não é compatível com trabalhos de rotulagem 
de quadros de vídeo. Você não deve especificar valores para parâmetros em
LabelingJobAlgorithmsConfig.

• Os trabalhos de rotulagem de rastreamento de objetos de quadros de vídeo podem levar várias 
horas para serem concluídos. É possível especificar um limite de tempo mais longo para esses 
trabalhos de rotulagem em TaskTimeLimitInSeconds (até 7 dias ou 604.800 segundos).

Veja a seguir um exemplo de uma solicitação do SDK Python (Boto3) AWS para criar um trabalho de 
rotulagem na região Leste dos EUA (Norte da Virgínia).

response = client.create_labeling_job( 
    LabelingJobName='example-video-od-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://DOC-EXAMPLE-BUCKET/path/video-frame-sequence-
input-manifest.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://DOC-EXAMPLE-BUCKET/prefix/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/prefix/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'HumanTaskUiArn: 'arn:aws:sagemaker:us-east-1:394669845002:human-task-ui/
VideoObjectDetection' 
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        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoObjectDetection', 
        'TaskKeywords': [ 
             'Video Frame Object Detection', 
        ], 
        'TaskTitle': 'Video frame object detection task', 
        'TaskDescription': 'Classify and identify the location of objects and people in 
 video frames', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoObjectDetection' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Crie um trabalho de ajuste de detecção de objetos de quadros de vídeo ou rotulagem de verificação

É possível criar um trabalho de ajuste e rotulagem de verificação usando o console do Ground 
Truth ou a API CreateLabelingJob. Para saber mais sobre trabalhos de ajuste e rotulagem de 
verificação e como criar um, consulte Verificar e ajustar rótulos.

Formato dos dados de saída

Ao criar um trabalho de rotulagem de detecção de objetos de quadros de vídeo, as tarefas são 
enviadas aos operadores. Quando esses operadores concluem as tarefas, os rótulos são gravados 
no local de saída do Amazon S3 especificado durante a criação do trabalho de rotulagem. Para 
saber mais sobre o formato dos dados de saída de detecção de objeto dos quadros de vídeo, 
consulte Saída de detecção de objetos de quadro de vídeo. Se você for um usuário novo do Ground 
Truth, consulte Dados de saída para saber mais sobre o formato dos dados de saída do Ground 
Truth.
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Rastreamento de objetos de quadros de vídeo

É possível usar o tipo de tarefa de rastreamento de objetos de quadros de vídeo para que os 
operadores rastreiem o movimento de objetos em uma sequência de quadros de vídeo (imagens 
extraídas de um vídeo) usando caixas delimitadoras, linhas poligonais, polígonos ou ferramentas de 
anotação de pontos principais. A ferramenta escolhida define o tipo de tarefa de quadro de vídeo que 
você cria. Por exemplo, você pode usar um tipo de tarefa de rastreamento de objetos com quadro 
de vídeo com caixa delimitadora para pedir aos operadores que rastreiem o movimento de objetos, 
como carros, bicicletas e pedestres, desenhando caixas ao redor deles.

Você fornece uma lista de categorias, e cada anotação que um operador adiciona a um quadro de 
vídeo é identificada como uma instância dessa categoria usando um ID da instância. Por exemplo, 
se você fornecer o carro da categoria de rótulo, o primeiro carro que um operador anotar terá a ID de 
instância carro:1. O segundo carro que o operador anotar terá o ID da instância carro:2. Para rastrear 
o movimento de um objeto, o operador adiciona anotações associadas à mesma ID da instância ao 
redor do objeto em todos os quadros.

É possível criar um trabalho de rotulagem de rastreamento de objetos de quadro de vídeo usando 
o console Amazon SageMaker Ground Truth, a API SageMaker e SDKs AWS específicos do 
idioma. Para saber mais, consulte Criar um trabalho de rotulagem de detecção de objetos de 
quadro de vídeo e selecione o método preferido. Consulte Tipos de tarefa para saber mais sobre as 
ferramentas de anotações que você pode escolher ao criar um trabalho de rotulagem.

O Ground Truth fornece uma interface de usuário e ferramentas de trabalho para concluir os 
trabalhos de rotulagem: Visualize a interface do usuário do operador.

É possível criar um trabalho para ajustar anotações criadas em um trabalho de rotulagem de 
detecção de objetos de vídeo usando o tipo de tarefa de ajuste de detecção de objetos de vídeo. 
Para saber mais, consulte Crie um trabalho de ajuste de detecção de objetos de quadros de vídeo ou 
rotulagem de verificação.

Visualize a interface do usuário do operador

O Ground Truth fornece aos operadores uma interface de usuário (IU) da web para concluir as 
tarefas de anotação de rastreamento de objetos de quadro de vídeo. É possível visualizar e interagir 
com a interface do usuário do operador ao criar um trabalho de rotulagem no console. Se você for 
um novo usuário, recomendamos criar um trabalho de rotulagem por meio do console usando um 
pequeno conjunto de dados de entrada para visualizar a interface do usuário do operador e garantir 
que os quadros de vídeo, rótulos e atributos de rótulo apareçam conforme o esperado.
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A interface do usuário fornece aos operadores as seguintes ferramentas auxiliares de rotulagem para 
concluir as tarefas de rastreamento de objetos:

• Para todas as tarefas, os operadores podem usar os recursos Copiar para o próximo e Copiar para 
todos para copiar uma anotação com o mesmo ID exclusivo para o próximo quadro ou para todos 
os quadros subsequentes, respectivamente.

• Para tarefas que incluem as ferramentas da caixa delimitadora, os operadores podem usar o 
recurso Prever o próximo para desenhar uma caixa delimitadora em um único quadro e, em 
seguida, fazer com que a Ground Truth preveja a localização das caixas com o mesmo ID 
exclusivo em todos os outros quadros. Os operadores podem então fazer ajustes para corrigir os 
locais previstos das caixas.

Criar um trabalho de rotulagem de rastreamento de objetos de quadro de vídeo

É possível criar um trabalho de rotulagem de rastreamento de objetos de quadro de vídeo usando o 
console do SageMaker ou a operação da API CreateLabelingJob.

Esta seção pressupõe que você tenha revisado o Visão geral do trabalho de rotulagem de quadros 
de vídeo e escolhido o tipo de dados de entrada e a conexão do conjunto de dados de entrada que 
está usando.

Criar um trabalho de rotulagem (console)

É possível seguir as instruções em Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rastreamento de objetos de quadros de vídeo no console do SageMaker. Na etapa 
10, escolha Vídeo - Rastreamento de objetos na lista suspensa da Categoria da tarefa. Selecione o 
tipo de tarefa que você deseja selecionando um dos cartões em Seleção de tarefas.
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Criar um trabalho de rotulagem (API)

Você cria um trabalho de rotulagem de rastreamento de objetos usando a operação da API 
SageMaker CreateLabelingJob. Essa API define essa operação para todos os AWS SDKs. 
Para ver uma lista de SDKs específicos do idioma compatíveis com essa operação, revise a seção
Consulte também do CreateLabelingJob.
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Criar um trabalho de rotulagem (API) fornece uma visão geral da operação CreateLabelingJob. 
Siga estas instruções e faça o seguinte enquanto configura a solicitação:

• É necessário inserir um ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
VideoObjectTracking. Substitua <region> pela região da AWS na qual você está criando o 
trabalho de rotulagem.

Não inclua uma entrada para o parâmetro UiTemplateS3Uri.

• O LabelAttributeName deve terminar em -ref. Por exemplo, ot-labels-ref.

• O arquivo manifesto de entrada deve ser um arquivo manifesto de sequência de quadros de vídeo. 
É possível criar esse arquivo manifesto usando o console do SageMaker ou criá-lo manualmente 
e carregá-lo no Amazon S3. Para obter mais informações, consulte Configuração de dados de 
entrada. Se você criar um trabalho de rotulagem de streaming, o arquivo manifesto de entrada 
será opcional.

• Você só pode usar equipes de trabalho privadas ou de fornecedores para criar trabalhos de 
rotulagem de detecção de objetos de quadro de vídeo.

• Especifique os rótulos, as categorias de rótulo, os atributos de quadro, tipo de tarefa e as 
instruções do operador em um arquivo de configuração da categoria de rótulo. Especifique o 
tipo de tarefa (caixas delimitadoras, linhas poligonais, polígonos ou ponto principal) usando
annotationType no arquivo de configuração de categoria de rótulo. Para obter mais 
informações, consulte Criar um arquivo de configuração de categoria de rotulagem com atributos 
de categoria e quadro de rótulo para saber como criar esse arquivo.

• É necessário fornecer ARNs predefinidos para as funções do Lambda de pré-anotação e pós-
anotação (ACS). Esses ARNs são específicos da região da AWS usada para criar o trabalho de 
rotulagem.

• Para localizar o ARN de pré-anotação do Lambda, consulte PreHumanTaskLambdaArn. Use 
a região em que você está criando o trabalho de rotulagem para encontrar o ARN correto que 
termina com PRE-VideoObjectTracking.

• Para localizar o ARN de pós-anotação do Lambda, consulte
AnnotationConsolidationLambdaArn. Use a região em que você está criando o trabalho 
de rotulagem para encontrar o ARN correto que termina com ACS-VideoObjectTracking.

• O número de operadores especificado em NumberOfHumanWorkersPerDataObject deve ser
1.
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• A rotulagem automatizada de dados não é compatível com trabalhos de rotulagem 
de quadros de vídeo. Você não deve especificar valores para parâmetros em
LabelingJobAlgorithmsConfig.

• Os trabalhos de rotulagem de rastreamento de objetos de quadros de vídeo podem levar várias 
horas para serem concluídos. É possível especificar um limite de tempo mais longo para esses 
trabalhos de rotulagem em TaskTimeLimitInSeconds (até 7 dias ou 604.800 segundos).

Veja a seguir um exemplo de uma solicitação do SDK Python (Boto3) AWS para criar um trabalho de 
rotulagem na região Leste dos EUA (Norte da Virgínia).

response = client.create_labeling_job( 
    LabelingJobName='example-video-ot-labeling-job, 
    LabelAttributeName='label', 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://DOC-EXAMPLE-BUCKET/path/video-frame-sequence-
input-manifest.json'
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://DOC-EXAMPLE-BUCKET/prefix/file-to-store-output-data', 
        'KmsKeyId': 'string'
    }, 
    RoleArn='arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri='s3://bucket/prefix/label-categories.json', 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'HumanTaskUiArn: 'arn:aws:sagemaker:us-east-1:394669845002:human-task-ui/
VideoObjectTracking' 
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        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-east-1:432418664414:function:PRE-
VideoObjectTracking', 
        'TaskKeywords': [ 
             'Video Frame Object Tracking, 
        ], 
        'TaskTitle': 'Video frame object tracking task', 
        'TaskDescription': Tracking the location of objects and people across video 
 frames', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-VideoObjectTracking' 
        }, 
    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string'
        }, 
    ]
)

Criar um trabalho de rotulagem de ajuste de rastreamento de objetos de quadros de vídeo ou de 
rotulagem de verificação

É possível criar um trabalho de ajuste e rotulagem de verificação usando o console do Ground 
Truth ou a API CreateLabelingJob. Para saber mais sobre trabalhos de ajuste e rotulagem de 
verificação e como criar um, consulte Verificar e ajustar rótulos.

Formato dos dados de saída

Ao criar um trabalho de rotulagem de rastreamento de objetos de quadros de vídeo, as tarefas são 
enviadas aos operadores. Quando esses operadores concluem as tarefas, os rótulos são gravados 
no local de saída do Amazon S3 especificado durante a criação do trabalho de rotulagem. Para 
saber mais sobre o formato dos dados de saída de rastreamento de objeto de quadros de vídeo, 
consulte Saída de rastreamento de objetos de quadro de vídeo. Se você for um usuário novo do 
Ground Truth, consulte Dados de saída para saber mais sobre o formato dos dados de saída do 
Ground Truth.
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Visão geral do trabalho de rotulagem de quadros de vídeo

Use esta página para saber mais sobre os trabalhos de rotulagem de quadros de vídeo de detecção 
e rastreamento de objetos. As informações nesta página se aplicam a esses dois tipos de tarefas 
incorporadas.

O trabalho de rotulagem de quadros de vídeo é exclusivo pelo seguinte:

• Você pode fornecer objetos de dados prontos para serem anotados (quadros de vídeo) ou fornecer 
arquivos de vídeo e fazer com que o Ground Truth extraia os quadros de vídeo automaticamente.

• Os colaboradores têm a capacidade de economizar trabalho à medida que avançam.

• Você não pode usar a força de trabalho Amazon Mechanical Turk para concluir suas tarefas de 
rotulagem.

• O Ground Truth fornece uma interface de usuário para colaboradores, bem como ferramentas 
auxiliares e básicas de rotulagem, para ajudar os colaboradores a concluir suas tarefas. Não é 
necessário fornecer um modelo de tarefa do trabalhador.

Consulte os tópicos a seguir para saber mais.

Tópicos

• Dados de entrada

• Tempos de conclusão do trabalho

• Tipos de tarefa

• Forças de trabalho

• Interface do usuário (UI) do operador

• Requisitos de permissão de trabalho do quadro de vídeo

Dados de entrada

O trabalho de rotulagem de quadros de vídeo usa sequências de quadros de vídeo. Uma sequência 
única é uma série de imagens que foram extraídas de um único vídeo. Você pode fornecer suas 
próprias sequências de quadros de vídeo ou fazer com que o Ground Truth extraia as sequências de 
quadros de vídeo de seus arquivos de vídeo automaticamente. Para saber mais, consulte Fornecer 
arquivos de vídeo.

O Ground Truth usa arquivos de sequência para identificar todas as imagens em uma única 
sequência. Todas as sequências que você deseja incluir em um único trabalho de rotulagem são 
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identificadas em um arquivo de manifesto de entrada. Cada sequência é usada para criar uma única 
tarefa de colaborador. Você pode criar automaticamente arquivos de sequência e um arquivo de 
manifesto de entrada usando a configuração automática de dados do Ground Truth. Para saber 
mais, consulte Configuração automatizada de dados de entrada do quadro de vídeo.

Para saber como criar manualmente arquivos de sequência e um arquivo de manifesto de entrada, 
consulte Criar um arquivo manifesto de entrada de quadros de vídeo.

Tempos de conclusão do trabalho

Os operadores podem levar horas para concluir trabalhos de rotulagem de quadros de vídeo e vídeo. 
É possível definir a quantidade total de tempo que os operadores podem trabalhar em cada tarefa 
ao criar um trabalho de rotulagem. O tempo máximo que você pode definir para que os operadores 
trabalhem em tarefas é de sete dias. O valor padrão é de três dias.

Recomendamos enfaticamente que você crie tarefas que os operadores possam concluir em até 12 
horas. Os operadores devem manter a interface do usuário do operador aberta ao trabalhar em uma 
tarefa. Eles podem salvar o trabalho à medida que o realizam e o Ground Truth salva o trabalho a 
cada 15 minutos.

Quando usar a operação de API CreateLabelingJob, defina o tempo total que uma tarefa está 
disponível para os operadores no parâmetro TaskTimeLimitInSeconds de HumanTaskConfig.

Ao criar um trabalho de rotulagem no console, é possível especificar esse limite de tempo ao 
selecionar o tipo de força de trabalho e a equipe de trabalho.

Tipos de tarefa

Ao criar um trabalho de rotulagem de rastreamento de objetos de vídeo ou detecção de objetos 
de vídeo, você especifica o tipo de anotação que deseja que os trabalhadores criem enquanto 
trabalham na tarefa de rotulagem. O tipo de anotação determina o tipo de dados de saída que o 
Ground Truth retorna e define o tipo de tarefa do seu trabalho de rotulagem.

Se você estiver criando um trabalho de rotulagem usando a operação de API CreateLabelingJob, 
especifique o tipo de tarefa usando o parâmetro do arquivo de configuração da categoria de rótulo
annotationType. Para saber mais, consulte Criar um arquivo de configuração de categoria de 
rotulagem com atributos de categoria e quadro de rótulo.

Os seguintes tipos de tarefas estão disponíveis para tarefas de rotulagem de rastreamento de 
objetos de vídeo ou detecção de objetos de vídeo:
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• Caixa delimitadora — Os trabalhadores recebem ferramentas para criar anotações na caixa 
delimitadora. Caixa delimitadora é uma caixa que um operador desenha ao redor de um objeto 
para identificar a localização em pixels e o rótulo desse objeto no quadro.

• Polilinha — Os operadores recebem ferramentas para criar anotações em polilinha. Uma polilinha 
é definida pela série de coordenadas x, y ordenadas. Cada ponto adicionado à polilinha é 
conectado ao ponto anterior por uma linha. A polilinha não precisa ser fechada (o ponto inicial e 
o ponto final não precisam ser os mesmos) e não há restrições nos ângulos formados entre as 
linhas.

• Polígono — Os operadores recebem ferramentas para criar anotações em polígono. Um polígono 
é definido pela série de coordenadas x, y ordenadas. Cada ponto adicionado ao polígono é 
conectado ao ponto anterior por uma linha e não há restrições nos ângulos formados entre as 
linhas. Duas linhas (lados) do polígono não podem se cruzar. Os pontos inicial e final de um 
polígono devem ser os mesmos.

• Polígono — Os operadores recebem ferramentas para criar anotações em polígono. Um ponto-
chave é um ponto único associado a uma coordenada x, y no quadro do vídeo.

Forças de trabalho

Quando você cria um trabalho de rotulagem de quadros de vídeo, é necessário especificar uma 
equipe de trabalho que concluirá as suas tarefas de anotação. É possível escolher uma equipe de 
trabalho de uma força de trabalho privada de seus próprios operadores ou de uma força de trabalho 
de fornecedores escolhida no AWS Marketplace. Você não pode usar a força de trabalho do Amazon 
Mechanical Turk para trabalhos de rotulagem de quadros de vídeo.

Para saber mais sobre as forças de trabalho dos fornecedores, consulte Gerenciar forças de trabalho 
de fornecedores.

Para saber como criar e gerenciar uma força de trabalho privada, consulte Usar uma força de 
trabalho privada.

Interface do usuário (UI) do operador

O Ground Truth fornece uma interface do usuário (UI) do operador, ferramentas e atributos de 
rotulagem auxiliares para ajudar os operadores a concluírem as tarefas de rotulagem de vídeo. É 
possível visualizar a interface do usuário do operador ao criar um trabalho de rotulagem no console.

Quando você criar um trabalho de rotulagem usando a operação de API CreateLabelingJob, 
é necessário inserir um ARN fornecido pelo Ground Truth no parâmetro HumanTaskUiArn
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para especificar a interface do usuário do operador para o tipo de tarefa. Você pode usar
HumanTaskUiArn com a operação de API RenderUiTemplate do SageMaker para pré-visualizar 
a UI do operador.

Você fornece instruções, rótulos e, opcionalmente, atributos que os operadores podem usar para 
fornecer mais informações sobre rótulos e quadros de vídeo. Esses atributos são chamados de 
atributos de categoria de rótulo e atributos de quadro, respectivamente. Todos eles são exibidos na 
interface do usuário do trabalhador.

Atributos da categoria e do quadro do rótulo

Quando você criar um trabalho de rotulagem de rastreamento de objetos de vídeo ou detecção de 
objetos de vídeo, pode adicionar um ou mais atributos de categoria de rótulo e atributos de quadro:

• Atributo de categoria de rótulo — Uma lista de opções (sequências de caracteres), uma caixa 
de texto de formato livre ou um campo numérico associado a um ou mais rótulos. Usado pelos 
trabalhadores para fornecer metadados sobre um rótulo.

• Atributo do quadro — Uma lista de opções (sequências de caracteres), uma caixa de texto de 
formato livre ou um campo numérico que aparece em cada quadro de vídeo que um operador é 
enviado para anotar. Usado pelos operadores para fornecer metadados sobre um rótulo.

Além disso, você pode usar atributos de rótulo e quadro para que os operadores verifiquem os 
rótulos em um trabalho de verificação de rótulo de quadro de vídeo.

Use as seções a seguir para saber mais sobre esses atributos. Para saber como adicionar atributos 
de categoria de rótulo e quadro a um trabalho de rotulagem, use as seções Criar trabalho de 
rotulagem na página de tipos de tarefa de sua escolha.

Atributos da categoria do rótulo

Adicione atributos de categoria de rótulo aos rótulos para permitir que os trabalhadores forneçam 
mais informações sobre as anotações que eles criam. Um atributo de categoria de rótulo é 
adicionado a um rótulo individual ou a todos os rótulos. Quando um atributo de categoria de rótulo é 
aplicado a todos os rótulos, ele é chamado de atributo de categoria de rótulo global.

Por exemplo, se você adicionar a categoria de rótulo carro. também pode querer capturar dados 
adicionais sobre os carros rotulados, como, por exemplo, se eles estão obstruídos ou o tamanho do 
carro. É possível capturar esses metadados usando atributos de categoria de rótulo. Neste exemplo, 
se você adicionou o atributo obstruído à categoria de rótulo de carro, é possível atribuir parcial,
completamente, não ao atributo obstruído, e os operadores poderão selecionar uma dessas opções.
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Quando você cria um trabalho de verificação de rótulos, adiciona atributos de categoria de rótulos a 
cada rótulo que deseja que os operadores verifiquem.

Atributos em nível de quadro

Adicione atributos de quadro para permitir que os operadores forneçam mais informações sobre 
quadros de vídeo individuais. Cada atributo de quadro que você adiciona aparece em todos os 
quadros.

Por exemplo, você pode adicionar um atributo de quadro numérico para que os operadores 
identifiquem o número de objetos que veem em um determinado quadro.

Em outro exemplo, talvez você queira fornecer uma caixa de texto de formato livre para permitir que 
os operadores respondam a uma pergunta.

Quando cria uma tarefa de verificação de rótulos, você pode adicionar um ou mais atributos de 
quadro para pedir que os operadores forneçam feedback sobre todos os rótulos em um quadro de 
vídeo.

Instruções do operador

É possível fornecer instruções do operador para ajudar os operadores a concluírem as tarefas de 
rotulagem de quadros de vídeo. Talvez você queira abordar os seguintes tópicos ao escrever suas 
instruções:

• Melhores práticas e fatores a evitar ao anotar objetos.

• Os atributos de categoria de rótulo fornecidos (para tarefas de detecção de objetos e de 
rastreamento de objetos) e como usá-los.

• Como economizar tempo durante a rotulagem usando atalhos de teclado.

É possível adicionar as instruções do operador usando o console do SageMaker ao criar um 
trabalho de rotulagem. Se você criar um trabalho de rotulagem usando a operação de API
CreateLabelingJob, especifique as instruções do operador no arquivo de configuração da 
categoria de rótulo.

Além das instruções, o Ground Truth fornece um link para ajudar os operadores a navegar e usar 
o portal do operador. Visualize essas instruções selecionando o tipo de tarefa em Instruções do 
operador.
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Recusando tarefas

Os operadores podem recusar tarefas.

Os operadores recusam uma tarefa se as instruções não estiverem claras, os dados 
de entrada não estiverem sendo exibidos corretamente ou se encontrarem algum outro 
problema com a tarefa. Se o número de operadores por objeto do conjunto de dados 
(NumberOfHumanWorkersPerDataObject) recusar a tarefa, o objeto de dados será marcado 
como expirado e não será enviado para operadores adicionais.

Requisitos de permissão de trabalho do quadro de vídeo

Ao criar um trabalho de rotulagem de quadros de vídeo, além dos requisitos de permissão 
encontrados em Atribua permissões do IAM para usar o Ground Truth, é necessário adicionar uma 
política de CORS ao seu bucket do S3 que contenha o seu arquivo de manifesto de entrada.

Adicionar uma política de permissão de CORS ao bucket do S3

Ao criar um trabalho de rotulagem de quadros de vídeo, especifique buckets no S3 onde os dados de 
entrada e o arquivo de manifesto estão localizados e onde os dados de saída serão armazenados. 
Esses buckets podem ser os mesmos. É necessário anexar a seguinte política de compartilhamento 
de recursos de origem cruzada (CORS) aos buckets de entrada e saída. Se você usar o console do 
Amazon S3 para adicionar a política ao bucket, deverá usar o formato JSON.

JSON

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "GET", 
            "HEAD", 
            "PUT" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [ 
            "Access-Control-Allow-Origin" 
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        ], 
        "MaxAgeSeconds": 3000 
    }
]

XML

<?xml version="1.0" encoding="UTF-8"?>
<CORSConfiguration xmlns="http://s3.amazonaws.com/doc/2006-03-01/">
<CORSRule> 
    <AllowedOrigin>*</AllowedOrigin> 
    <AllowedMethod>GET</AllowedMethod> 
    <AllowedMethod>HEAD</AllowedMethod> 
    <AllowedMethod>PUT</AllowedMethod> 
    <MaxAgeSeconds>3000</MaxAgeSeconds> 
    <ExposeHeader>Access-Control-Allow-Origin</ExposeHeader> 
    <AllowedHeader>*</AllowedHeader>
</CORSRule>
</CORSConfiguration>

Para saber como adicionar uma política de CORS a um bucket do S3, consulte Como adicionar 
compartilhamento de recursos entre domínios com CORS? no Guia do usuário do Amazon Simple 
Storage Service.

Instruções do operador

Este tópico fornece uma visão geral do portal do operador do Ground Truth e das ferramentas 
disponíveis para concluir a tarefa de rotulagem de quadros de vídeo. Primeiro, selecione o tipo de 
tarefa na qual você está trabalhando em Tópicos.

Important

É recomendável que você conclua a tarefa usando um navegador Google Chrome ou Firefox.

Para trabalhos de ajuste, selecione o tipo de tarefa de trabalho de rotulagem original que produziu os 
rótulos que você está ajustando. Revise e ajuste os rótulos na tarefa conforme necessário.

Tópicos

• Trabalhe em tarefas de rastreamento de objetos de quadros de vídeo
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• Trabalhe em tarefas de rastreamento de objetos de quadros de vídeo

Trabalhe em tarefas de rastreamento de objetos de quadros de vídeo

As tarefas de rastreamento de objetos do quadro de vídeo exigem que você acompanhe o 
movimento dos objetos nos quadros de vídeo. Um quadro de vídeo é uma imagem estática de uma 
cena de vídeo.

Você pode usar a interface do usuário do operador para navegar entre os quadros de vídeo e usar 
as ferramentas fornecidas para identificar objetos exclusivos e rastrear os movimentos de um para 
o outro. Use esta página para saber como navegar na interface do usuário do operador, usar as 
ferramentas fornecidas e concluir sua tarefa.

É recomendável que você conclua a tarefa usando um navegador Google Chrome ou Firefox.

Important

Se você perceber que as anotações já foram adicionadas a um ou mais quadros de vídeo ao 
abrir sua tarefa, ajuste essas anotações e adicione mais anotações conforme necessário.

Tópicos

• Sua tarefa

• Navegue pela interface de usuário

• Editar rótulos e atributos de quadro em massa

• Guia de ferramentas

• Guia de ícones

• Atalhos

• Liberar, interromper, retomar e recusar tarefas

• Salvar e enviar seu trabalho

Sua tarefa

Ao trabalhar em uma tarefa de rastreamento de objetos de quadros de vídeo, é necessário 
selecionar uma categoria no menu Categoria de rótulo no lado direito do portal do operador para 
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começar a anotar. Depois de escolher uma categoria, use as ferramentas fornecidas para anotar os 
objetos aos quais a categoria se aplica. Essa anotação será associada a um ID de rótulo exclusivo 
que deve ser usado somente para esse objeto. Use esse mesmo ID de rótulo para criar anotações 
adicionais para o mesmo objeto em todos os quadros de vídeo em que ele aparece. Consulte Guia 
de ferramentas para saber mais sobre as ferramentas fornecidas.

Depois de adicionar um rótulo, você poderá ver uma seta apontando para baixo ao lado do rótulo no 
menu Rótulos. Selecione essa seta e, em seguida, selecione uma opção para cada atributo de rótulo 
que você vê para fornecer mais informações sobre esse rótulo.

Você pode ver os atributos de quadro no menu Rótulos. Esses atributos aparecerão em cada quadro 
da tarefa. Use essas solicitações de atributos para inserir informações adicionais sobre cada quadro.

Depois de adicionar um rótulo, você pode adicionar e editar rapidamente o valor do atributo de uma 
categoria de rótulo usando a seta apontando para baixo ao lado do rótulo no menu Rótulos. Se você 
selecionar o ícone de lápis ao lado do rótulo no menu Rótulos, o menu Editar instância será exibido. 
Você pode editar o ID do rótulo, a categoria do rótulo e os atributos da categoria do rótulo usando 
esse menu.
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Para editar uma anotação, selecione o rótulo da anotação que você deseja editar no menu Rótulos
ou selecione a anotação no quadro. Quando você edita ou exclui uma anotação, a ação só modifica 
a anotação em um único quadro.

Se você estiver trabalhando em uma tarefa que inclui uma ferramenta de caixa delimitadora, use 
o ícone “prever a próxima” para prever a localização de todas as caixas delimitadoras que você 
desenhou em um quadro no próximo quadro. Se você selecionar uma única caixa e, em seguida, 
selecionar o ícone “prever a próxima”, somente essa caixa será prevista no próximo quadro. Se você 
não tiver adicionado nenhuma caixa ao quadro atual, será exibido um erro. Você deve adicionar pelo 
menos uma caixa ao quadro antes de usar esse recurso.

Depois de usar o ícone “prever a próxima”, revise a localização de cada caixa no próximo quadro e 
faça ajustes na localização e no tamanho da caixa, se necessário.

Para todas as outras ferramentas, você pode usar as ferramentas Copiar para o próximo e
Copiar para todos para copiar as anotações para o próximo quadro ou para todos os quadros, 
respectivamente.

Navegue pela interface de usuário

Você pode navegar entre os quadros de vídeo usando a barra de navegação no canto inferior 
esquerdo da interface.

Use o botão de reprodução para percorrer automaticamente toda a sequência de quadros.

Use o próximo quadro e os botões do quadro anterior para avançar ou retroceder um quadro por vez. 
Você também pode inserir um número de quadro para navegar até esse quadro.

Você pode ampliar e reduzir todos os quadros de vídeo. Depois de ampliar um quadro de vídeo, 
você pode se mover nesse quadro usando o ícone de movimento. Quando você define uma nova 
visualização em um único quadro de vídeo ampliando e movendo-se dentro desse quadro, todos 
os quadros de vídeo são definidos para a mesma exibição. Você pode redefinir todos os quadros 
de vídeo para a visualização original usando o ícone de ajuste da tela. Para obter mais opções de 
visualização, consulte Guia de ícones.

Quando você estiver na interface do usuário do operador, você verá os seguintes menus:

• Instruções – revise essas instruções antes de iniciar a tarefa. Além disso, selecione Mais 
instruções e revise essas instruções.
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• Atalhos – use esse menu para visualizar atalhos de teclado que podem ser usados para navegar 
nos quadros de vídeo e usar as ferramentas fornecidas.

• Ajuda — use essa opção para consultar esta documentação.

Editar rótulos e atributos de quadro em massa

Você pode editar em massa os atributos de rótulo e os atributos de quadro (atributos).

Ao editar um atributo em massa, você especifica um ou mais intervalos de quadros aos quais deseja 
aplicar a edição. O atributo selecionado é editado em todos os quadros desse intervalo, incluindo 
os quadros inicial e final que você especificar. Quando você edita em massa os atributos de rótulo, 
o intervalo especificado deve conter o rótulo ao qual o atributo de rótulo está anexado. Se você 
especificar quadros que não contêm esse rótulo, será exibido um erro.

Para editar em massa um atributo, você deve primeiro especificar o valor desejado para o atributo. 
Por exemplo, se você quiser alterar um atributo de Sim para Não, deverá selecionar Não e, em 
seguida, realizar a edição em massa.

Você também pode especificar um novo valor para um atributo que não foi preenchido e, em 
seguida, usar o recurso de edição em massa para preencher esse valor em vários quadros. Para 
fazer isso, selecione o valor desejado para o atributo e conclua o procedimento a seguir.

Para editar em massa um rótulo ou atributo:

1. Use o mouse para clicar com o botão direito do mouse no atributo que você deseja editar em 
massa.

2. Especifique o intervalo de quadros ao qual você deseja aplicar a edição em massa usando um 
traço (-) na caixa de texto. Por exemplo, se você quiser aplicar a edição aos quadros de um a 
dez, insira 1-10. Se você quiser aplicar a edição aos quadros dois a cinco, oito a dez e vinte, 
digite 2-5,8-10,20.

3. Selecione Confirmar.

Se você receber uma mensagem de erro, verifique se você inseriu um intervalo válido e se o rótulo 
associado ao atributo do rótulo que você está editando (se aplicável) existe em todos os quadros 
especificados.
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Você pode adicionar rapidamente um rótulo a todos os quadros anteriores ou subsequentes usando 
as opções Duplicar nos quadros anteriores e Duplicar nos próximos quadros no menu Rótulo na 
parte superior da tela.

Guia de ferramentas

Sua tarefa incluirá uma ou mais ferramentas. A ferramenta fornecida determina o tipo de anotações 
que você criará para identificar e rastrear objetos. Use a tabela a seguir para saber mais sobre cada 
ferramenta fornecida.

Ferramenta Ícone Ação Descrição

Caixa delimitadora Adicione uma 
anotação na caixa 
delimitadora.

Escolha esse ícone 
para adicionar uma 
caixa delimitadora. 
Cada caixa delimitad 
ora adicionada está 
associada à categoria 
escolhida no menu 
suspenso Categoria 
do rótulo. Selecione 
a caixa delimitadora 
ou o rótulo associado 
para ajustá-lo.

Caixa delimitadora Preveja as caixas 
delimitadoras no 
próximo quadro.

Selecione uma caixa 
delimitadora e, em 
seguida, escolha 
esse ícone para 
prever a localizaç 
ão dessa caixa no 
próximo quadro. 
Você pode seleciona 
r o ícone várias 
vezes seguidas para 
detectar automatic 
amente a localizaç 
ão da caixa em 
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Ferramenta Ícone Ação Descrição

vários quadros. Por 
exemplo, selecione 
esse ícone cinco 
vezes para prever a 
localização de uma 
caixa delimitadora 
nos próximos cinco 
quadros.

Ponto principal Adicione uma 
anotação de ponto 
principal.

Escolha esse ícone 
para adicionar um 
ponto principal. Clique 
em um objeto na 
imagem para colocar 
o ponto principal 
nesse local.

Cada ponto principal 
que você adiciona 
está associado à 
categoria escolhida 
no menu suspenso 
Categoria de rótulo. 
Selecione um ponto 
principal ou rótulo 
associado para 
ajustá-lo.
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Ferramenta Ícone Ação Descrição

Linha poligonal Adicione uma 
anotação de linha 
poligonal.

Selecione esse 
ícone para adicionar 
uma linha poligonal 
. Para adicionar 
uma linha poligonal 
, clique continuam 
ente ao redor do 
objeto de interesse 
para adicionar novos 
pontos. Para parar de 
desenhar uma linha 
poligonal, selecione o 
último ponto que você 
colocou pela segunda 
vez (esse ponto ficará 
verde) ou pressione
Enter no teclado.

Cada ponto adicionad 
o à linha poligonal 
é conectado ao 
ponto anterior por 
uma linha. A linha 
poligonal não precisa 
ser fechada (o ponto 
inicial e o ponto final 
não precisam ser 
os mesmos) e não 
há restrições nos 
ângulos formados 
entre as linhas.

Cada linha poligonal 
adicionada é 
associada à categoria 
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Ferramenta Ícone Ação Descrição

escolhida no menu 
suspenso Categoria 
de rótulo. Selecione 
a linha poligonal ou o 
rótulo associado para 
ajustá-la.
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Ferramenta Ícone Ação Descrição

Polígono Adicione uma 
anotação de polígono.

Selecione esse 
ícone para adicionar 
um polígono. 
Para adicionar um 
polígono, clique 
continuamente ao 
redor do objeto 
de interesse para 
adicionar novos 
pontos. Para parar de 
desenhar o polígono, 
selecione o ponto 
inicial (esse ponto 
será verde).

Um polígono é 
uma forma fechada 
definida por uma 
série de pontos que 
você coloca. Cada 
ponto adicionad 
o ao polígono é 
conectado ao ponto 
anterior por uma linha 
e não há restriçõe 
s nos ângulos 
formados entre as 
linhas. Os pontos 
inicial e final de um 
polígono devem ser 
os mesmos.

Cada polígono que 
você adiciona está 
associado à categoria 
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Ferramenta Ícone Ação Descrição

escolhida no menu 
suspenso Categoria 
de rótulo. Selecione 
o polígono ou o 
rótulo associado para 
ajustá-lo.

Copiar para o próximo Copiar as anotações 
para o próximo 
quadro.

Se uma ou mais 
anotações forem 
selecionadas no 
quadro atual, essas 
anotações serão 
copiadas para o 
próximo quadro. Se 
nenhuma anotação 
for selecionada, todas 
as anotações no 
quadro atual serão 
copiadas para o 
próximo quadro.
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Ferramenta Ícone Ação Descrição

Copiar para todos Copie as anotações 
em todos os quadros 
subsequentes.

Se uma ou mais 
anotações forem 
selecionadas no 
quadro atual, essas 
anotações serão 
copiadas para 
todos os quadros 
subsequentes. Se 
nenhuma anotação 
for selecionada, 
todas as anotações 
no quadro atual 
serão copiadas para 
todos os quadros 
subsequentes.

Guia de ícones

Use essa tabela para saber mais sobre os ícones exibidos na interface do usuário. Você pode 
selecionar automaticamente alguns desses ícones usando os atalhos de teclado encontrados no 
menu Atalhos.

Ícone Ação Descrição

brilho Escolha esse ícone para ajustar o contraste de todos os 
quadros de vídeo.

contraste Escolha esse ícone para ajustar o contraste de todos os 
quadros de vídeo.

ampliar o zoom Escolha esse ícone para ampliar todos os quadros de 
vídeo.
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Ícone Ação Descrição

reduzir o zoom Escolha esse ícone para reduzir o zoom de todos os 
quadros de vídeo.

mover tela Depois de ampliar um quadro de vídeo, escolha esse 
ícone para se mover nesse quadro de vídeo. Você pode 
se mover pelo quadro do vídeo usando o mouse clicando 
e arrastando o quadro na direção em que deseja que ele 
se mova. Isso mudará a exibição em todos os quadros de 
visualização.

ajustar tela Redefina todos os quadros de vídeo para a posição 
original.

desfazer Desfazer uma ação. Você pode usar esse ícone para 
remover uma caixa delimitadora que acabou de adicionar 
ou para desfazer um ajuste feito em uma caixa delimitad 
ora.

refazer Refaça uma ação que foi desfeita usando o ícone de 
desfazer.

excluir rótulo. Exclua um rótulo. Isso excluirá a caixa delimitadora 
associada ao rótulo em um único quadro.

mostrar ou 
ocultar rótulo

Selecione esse ícone para mostrar um rótulo que foi 
ocultado. Se esse ícone tiver uma barra, selecione-o para 
ocultar o rótulo.

editar rótulo Selecione esse ícone para abrir o menu Editar instância. 
Use esse menu para editar uma categoria de rótulo, ID e 
para adicionar ou editar atributos de rótulo.
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Atalhos

Os atalhos de teclado listados no menu Atalhos podem ajudá-lo a selecionar ícones rapidamente, 
desfazer e refazer anotações e usar ferramentas para adicionar e editar anotações. Por exemplo, 
depois de adicionar uma caixa delimitadora, você pode usar o P para prever rapidamente a 
localização dessa caixa nos quadros subsequentes.

Antes de iniciar a tarefa, recomendamos que você revise o menu Atalhos e se familiarize com esses 
comandos.

Liberar, interromper, retomar e recusar tarefas

Quando você abre a tarefa de rotulagem, três botões no canto superior direito permitem recusar 
a tarefa (Recusar tarefa), liberá-la (Liberar tarefa) e interrompê-la e retomá-la posteriormente 
(Interromper e retomar mais tarde). A lista a seguir descreve o que acontece quando você seleciona 
uma dessas opções:

• Recusar tarefa: você só deve recusar uma tarefa se algo estiver errado com a tarefa, como um 
problema de imagens de quadros de vídeo, ou com a interface do usuário. Se você recusar uma 
tarefa, não poderá retornar à tarefa.

• Liberar tarefa: use essa opção para liberar uma tarefa e permitir que outras pessoas trabalhem 
nela. Ao liberar uma tarefa, você perde todo o trabalho realizado nessa tarefa e outros funcionários 
da sua equipe podem retomá-la. Se um número suficiente de operadores realizar a tarefa, talvez 
você não consiga retornar a ela. Quando você seleciona esse botão e, em seguida, seleciona
Confirmar, você retorna ao portal do operador. Se a tarefa ainda estiver disponível, o status será
Disponível. Se outros operadores a pegarem, ela desaparecerá do seu portal.

• Parar e retomar mais tarde: você pode usar o botão Interromper e continuar mais tarde para 
interromper o trabalho e retornar à tarefa posteriormente. Você deve usar o botão Salvar para 
salvar o trabalho antes de selecionar Interromper e retomar mais tarde. Ao selecionar esse botão 
e, em seguida, selecionar Confirmar, você retorna ao portal do operador e o status da tarefa é
Parado. Você pode selecionar a mesma tarefa para continuar trabalhando nela.

Esteja ciente de que a pessoa que cria as tarefas de rotulagem especifica um limite de tempo no 
qual todas as tarefas devem ser concluídas. Se você não retornar e concluir essa tarefa dentro 
desse prazo, ela expirará e o trabalho não será enviado. Entre em contato com o administrador da 
conta para obter mais informações.

Rotule vídeos e quadros de vídeo 1444



Amazon SageMaker Guia do Desenvolvedor

Salvar e enviar seu trabalho

Você deve salvar seu trabalho periodicamente usando o botão Salvar. O Ground Truth salvará 
automaticamente seu trabalho a cada 15 minutos.

Ao abrir uma tarefa, é necessário concluir o trabalho nela antes de pressionar Enviar.

Trabalhe em tarefas de rastreamento de objetos de quadros de vídeo

As tarefas de detecção de objetos de quadro de vídeo exigiram que você classificasse e identificasse 
a localização dos objetos nos quadros de vídeo usando anotações. Um quadro de vídeo é uma 
imagem estática de uma cena de vídeo.

Você pode usar a interface do usuário do operador para navegar entre os quadros de vídeo e criar 
anotações para identificar objetos de interesse. Use as seções desta página para aprender como 
navegar na interface do usuário do operador, usar as ferramentas fornecidas e concluir a tarefa.

É recomendável que você conclua a tarefa usando o navegador Google Chrome.

Important

Se você perceber que as anotações já foram adicionadas a um ou mais quadros de vídeo ao 
abrir sua tarefa, ajuste essas anotações e adicione mais anotações conforme necessário.

Tópicos

• Sua tarefa

• Navegue pela interface de usuário

• Editar rótulos e atributos de quadro em massa

• Guia de ferramentas

• Guia de ícones de interface

• Atalhos

• Liberar, interromper, retomar e recusar tarefas

• Salvar e enviar seu trabalho
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Sua tarefa

Quando você trabalha em uma tarefa de detecção de objetos de quadros de vídeo, é necessário 
selecionar uma categoria no menu Categoria de rótulo no lado direito do portal do operador para 
começar a anotar. Depois de escolher uma categoria, faça anotações em torno dos objetos aos quais 
essa categoria se aplica. Para saber mais sobre as ferramentas que você vê na interface do usuário 
do seu operador, consulte Guia de ferramentas.

Depois de adicionar um rótulo, você poderá ver uma seta apontando para baixo ao lado do rótulo no 
menu Rótulos. Selecione essa seta e, em seguida, selecione uma opção para cada atributo de rótulo 
que você vê para fornecer mais informações sobre esse rótulo.

Você pode ver os atributos de quadro no menu Rótulos. Esses atributos aparecerão em cada quadro 
da tarefa. Use essas solicitações de atributos para inserir informações adicionais sobre cada quadro.

Para editar uma anotação, selecione o rótulo da anotação que você deseja editar no menu Rótulos
ou selecione a anotação no quadro. Quando você edita ou exclui uma anotação, a ação só modifica 
a anotação em um único quadro.
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Se você estiver trabalhando em uma tarefa que inclui uma ferramenta de caixa delimitadora, use 
o ícone “prever a próxima” para prever a localização de todas as caixas delimitadoras que você 
desenhou em um quadro no próximo quadro. Se você selecionar uma única caixa e, em seguida, 
selecionar o ícone “prever a próxima”, somente essa caixa será prevista no próximo quadro. Se você 
não tiver adicionado nenhuma caixa ao quadro atual, será exibido um erro. Você deve adicionar pelo 
menos uma caixa ao quadro antes de usar esse recurso.

Note

O recurso de previsão seguinte não substituirá as anotações criadas manualmente. Isso só 
adicionará anotações. Se você usar a previsão seguinte e, como resultado, tiver mais de uma 
caixa delimitadora ao redor de um único objeto, exclua todas as caixas, exceto uma. Cada 
objeto só deve ser identificado com uma única caixa.

Depois de usar o ícone “prever a próxima”, revise a localização de cada caixa no próximo quadro e 
faça ajustes na localização e no tamanho da caixa, se necessário.

Para todas as outras ferramentas, você pode usar as ferramentas Copiar para o próximo e
Copiar para todos para copiar as anotações para o próximo quadro ou para todos os quadros, 
respectivamente.

Navegue pela interface de usuário

Você pode navegar entre os quadros de vídeo usando a barra de navegação no canto inferior 
esquerdo da interface.

Use o botão de reprodução para reproduzir automaticamente vários quadros.

Use o próximo quadro e os botões do quadro anterior para avançar ou retroceder um quadro por vez. 
Você também pode inserir um número de quadro para navegar até esse quadro.

Você pode ampliar e reduzir todos os quadros de vídeo. Depois de ampliar um quadro de vídeo, 
você pode se mover nesse quadro usando o ícone de movimento. Quando você define uma nova 
visualização em um único quadro de vídeo ampliando e movendo-se dentro desse quadro, todos os 
quadros de vídeo são definidos para a mesma exibição. Você pode redefinir todos os quadros de 
vídeo para a visualização original usando o ícone de ajuste da tela. Para saber mais, consulte Guia 
de ícones de interface.

Quando você estiver na interface do usuário do operador, você verá os seguintes menus:
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• Instruções – revise essas instruções antes de iniciar a tarefa. Além disso, selecione Mais 
instruções e revise essas instruções.

• Atalhos – use esse menu para visualizar atalhos de teclado que podem ser usados para navegar 
nos quadros de vídeo e usar as ferramentas de anotação fornecidas.

• Ajuda — use essa opção para consultar esta documentação.

Se você

Editar rótulos e atributos de quadro em massa

Você pode editar em massa os atributos de rótulo e os atributos de quadro (atributos).

Ao editar um atributo em massa, você especifica um ou mais intervalos de quadros aos quais deseja 
aplicar a edição. O atributo selecionado é editado em todos os quadros desse intervalo, incluindo 
os quadros inicial e final que você especificar. Quando você edita em massa os atributos de rótulo, 
o intervalo especificado deve conter o rótulo ao qual o atributo de rótulo está anexado. Se você 
especificar quadros que não contêm esse rótulo, será exibido um erro.

Para editar em massa um atributo, você deve primeiro especificar o valor desejado para o atributo. 
Por exemplo, se você quiser alterar um atributo de Sim para Não, deverá selecionar Não e, em 
seguida, realizar a edição em massa.

Você também pode especificar um novo valor para um atributo que não foi preenchido e, em 
seguida, usar o recurso de edição em massa para preencher esse valor em vários quadros. Para 
fazer isso, selecione o valor desejado para o atributo e conclua o procedimento a seguir.

Para editar em massa um rótulo ou atributo:

1. Use o mouse para clicar com o botão direito do mouse no atributo que você deseja editar em 
massa.

2. Especifique o intervalo de quadros ao qual você deseja aplicar a edição em massa usando um 
traço (-) na caixa de texto. Por exemplo, se você quiser aplicar a edição aos quadros de um a 
dez, insira 1-10. Se você quiser aplicar a edição aos quadros dois a cinco, oito a dez e vinte, 
digite 2-5,8-10,20.

3. Selecione Confirmar.
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Se você receber uma mensagem de erro, verifique se você inseriu um intervalo válido e se o rótulo 
associado ao atributo do rótulo que você está editando (se aplicável) existe em todos os quadros 
especificados.

Você pode adicionar rapidamente um rótulo a todos os quadros anteriores ou subsequentes usando 
as opções Duplicar nos quadros anteriores e Duplicar nos próximos quadros no menu Rótulo na 
parte superior da tela.

Guia de ferramentas

Sua tarefa incluirá uma ou mais ferramentas. A ferramenta fornecida determina o tipo de anotações 
que você criará para identificar e rotular objetos. Use a tabela a seguir para saber mais sobre a 
ferramenta ou ferramentas que você pode ver na interface do usuário do seu operador.

Ferramenta Ícone Ação Descrição

Caixa delimitadora Adicione uma 
anotação na caixa 
delimitadora.

Escolha esse ícone 
para adicionar uma 
caixa delimitadora. 
Cada caixa delimitad 
ora adicionada está 
associada à categoria 
escolhida no menu 
suspenso Categoria 
de rótulo. Selecione 
a caixa delimitadora 
ou o rótulo associado 
para ajustá-lo.

Prever o próximo Preveja as caixas 
delimitadoras no 
próximo quadro.

Selecione uma caixa 
delimitadora e, em 
seguida, escolha 
esse ícone para 
prever a localizaç 
ão dessa caixa no 
próximo quadro. 
Você pode seleciona 
r o ícone várias 
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Ferramenta Ícone Ação Descrição

vezes seguidas para 
detectar automatic 
amente a localizaç 
ão da caixa em 
vários quadros. Por 
exemplo, selecione 
esse ícone cinco 
vezes para prever a 
localização de uma 
caixa delimitadora 
nos próximos cinco 
quadros.

Ponto principal Adicione uma 
anotação de ponto 
principal.

Escolha esse ícone 
para adicionar um 
ponto principal. Clique 
em um objeto na 
imagem para colocar 
o ponto principal 
nesse local.

Cada ponto principal 
que você adiciona 
está associado à 
categoria escolhida 
no menu suspenso 
Categoria de rótulo. 
Selecione um ponto 
principal ou rótulo 
associado para 
ajustá-lo.
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Ferramenta Ícone Ação Descrição

Linha poligonal Adicione uma 
anotação de linha 
poligonal.

Selecione esse 
ícone para adicionar 
uma linha poligonal 
. Para adicionar 
uma linha poligonal 
, clique continuam 
ente ao redor do 
objeto de interesse 
para adicionar novos 
pontos. Para parar de 
desenhar uma linha 
poligonal, selecione o 
último ponto que você 
colocou pela segunda 
vez (esse ponto ficará 
verde) ou pressione
Enter no teclado.

Cada ponto adicionad 
o à linha poligonal 
é conectado ao 
ponto anterior por 
uma linha. A linha 
poligonal não precisa 
ser fechada (o ponto 
inicial e o ponto final 
não precisam ser 
os mesmos) e não 
há restrições nos 
ângulos formados 
entre as linhas.

Cada linha poligonal 
adicionada é 
associada à categoria 
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Ferramenta Ícone Ação Descrição

escolhida no menu 
suspenso Categoria 
de rótulo. Selecione 
a linha poligonal ou o 
rótulo associado para 
ajustá-la.
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Ferramenta Ícone Ação Descrição

Polígono Adicione uma 
anotação de polígono.

Selecione esse 
ícone para adicionar 
um polígono. 
Para adicionar um 
polígono, clique 
continuamente ao 
redor do objeto 
de interesse para 
adicionar novos 
pontos. Para parar de 
desenhar o polígono, 
selecione o ponto 
inicial (esse ponto 
será verde).

Um polígono é 
uma forma fechada 
definida por uma 
série de pontos que 
você coloca. Cada 
ponto adicionado ao 
polígono é conectado 
ao ponto anterior 
por uma linha e não 
há restrições nos 
ângulos formados 
entre as linhas. Duas 
linhas (lados) do 
polígono não podem 
se cruzar. Uma linha 
ficará vermelha se 
violar essa condição. 
Os pontos inicial e 
final de um polígono 
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Ferramenta Ícone Ação Descrição

devem ser os 
mesmos.

Cada polígono que 
você adiciona está 
associado à categoria 
escolhida no menu 
suspenso Categoria 
de rótulo. Selecione 
o polígono ou o 
rótulo associado para 
ajustá-lo.

Copiar para o próximo Copiar as anotações 
para o próximo 
quadro.

Se uma ou mais 
anotações forem 
selecionadas no 
quadro atual, essas 
anotações serão 
copiadas para o 
próximo quadro. Se 
nenhuma anotação 
for selecionada, todas 
as anotações no 
quadro atual serão 
copiadas para o 
próximo quadro.
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Ferramenta Ícone Ação Descrição

Copiar para todos Copie as anotações 
em todos os quadros 
subsequentes.

Se uma ou mais 
anotações forem 
selecionadas no 
quadro atual, essas 
anotações serão 
copiadas para 
todos os quadros 
subsequentes. Se 
nenhuma anotação 
for selecionada, 
todas as anotações 
no quadro atual 
serão copiadas para 
todos os quadros 
subsequentes.

Guia de ícones de interface

Use essa tabela para saber mais sobre os ícones exibidos no portal de tarefas do operador. Você 
pode selecionar automaticamente esses ícones usando os atalhos de teclado encontrados no menu
Atalhos.

Ícone   Descrição

Brilho Escolha esse ícone para ajustar o brilho de todos os 
quadros de vídeo.

Contraste Escolha esse ícone para ajustar o contraste de todos os 
quadros de vídeo.

Ampliar o zoom Escolha esse ícone para ampliar todos os quadros de 
vídeo.
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Ícone   Descrição

Reduzir o zoom Escolha esse ícone para reduzir o zoom de todos os 
quadros de vídeo.

mover tela Depois de ampliar um quadro de vídeo, escolha esse 
ícone para se mover nesse quadro de vídeo. Você pode 
se mover no quadro do vídeo usando o mouse clicando 
e arrastando o quadro na direção em que deseja que ele 
se mova. Isso mudará a exibição em todos os quadros de 
visualização.

ajustar tela Redefina todos os quadros de vídeo para a posição 
original.

desfazer Desfazer uma ação. Você pode usar esse ícone para 
remover uma caixa delimitadora que acabou de adicionar 
ou para desfazer um ajuste feito em uma caixa delimitad 
ora.

refazer Refaça uma ação que foi desfeita usando o ícone de 
desfazer.

excluir rótulo Exclua um rótulo. Isso excluirá a caixa delimitadora 
associada ao rótulo em um único quadro.

mostrar ou 
ocultar rótulo

Selecione esse ícone para mostrar um rótulo que foi 
ocultado. Se esse ícone tiver uma barra, selecione-o para 
ocultar o rótulo.

Atalhos

Os atalhos de teclado listados no menu Atalhos podem ajudá-lo a selecionar ícones rapidamente, 
desfazer e refazer anotações e usar ferramentas para adicionar e editar anotações. Por exemplo, 
depois de adicionar uma caixa delimitadora, você pode usar o P para prever rapidamente a 
localização dessa caixa nos quadros subsequentes.
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Antes de iniciar a tarefa, recomendamos que você revise o menu Atalhos e se familiarize com esses 
comandos.

Liberar, interromper, retomar e recusar tarefas

Quando você abre a tarefa de rotulagem, três botões no canto superior direito permitem recusar 
a tarefa (Recusar tarefa), liberá-la (Liberar tarefa) e interrompê-la e retomá-la posteriormente 
(Interromper e retomar mais tarde). A lista a seguir descreve o que acontece quando você seleciona 
uma dessas opções:

• Recusar tarefa: você só deve recusar uma tarefa se algo estiver errado com a tarefa, como um 
problema de imagens de quadros de vídeo, ou com a interface do usuário. Se você recusar uma 
tarefa, não poderá retornar à tarefa.

• Liberar tarefa: use essa opção para liberar uma tarefa e permitir que outras pessoas trabalhem 
nela. Ao liberar uma tarefa, você perde todo o trabalho realizado nessa tarefa e outros funcionários 
da sua equipe podem retomá-la. Se um número suficiente de operadores realizar a tarefa, talvez 
você não consiga retornar a ela. Quando você seleciona esse botão e, em seguida, seleciona
Confirmar, você retorna ao portal do operador. Se a tarefa ainda estiver disponível, o status será
Disponível. Se outros operadores a pegarem, ela desaparecerá do seu portal.

• Parar e retomar mais tarde: você pode usar o botão Interromper e continuar mais tarde para 
interromper o trabalho e retornar à tarefa posteriormente. Você deve usar o botão Salvar para 
salvar o trabalho antes de selecionar Interromper e retomar mais tarde. Ao selecionar esse botão 
e, em seguida, selecionar Confirmar, você retorna ao portal do operador e o status da tarefa é
Parado. Você pode selecionar a mesma tarefa para continuar trabalhando nela.

Esteja ciente de que a pessoa que cria as tarefas de rotulagem especifica um limite de tempo no 
qual todas as tarefas devem ser concluídas. Se você não retornar e concluir essa tarefa dentro 
desse prazo, ela expirará e o trabalho não será enviado. Entre em contato com o administrador da 
conta para obter mais informações.

Salvar e enviar seu trabalho

Você deve salvar seu trabalho periodicamente. O Ground Truth salvará automaticamente seu 
trabalho a cada 15 minutos.

Ao abrir uma tarefa, é necessário concluir o trabalho nela antes de pressionar Enviar.
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Usar o para rotular nuvens de pontos 3D

Crie um trabalho de rotulagem de nuvem de pontos 3D para que os operadores rotulem objetos 
nas nuvens de pontos 3D geradas por sensores 3D, como sensores de detecção de luz e alcance 
(LiDAR – Light Detection and Ranging) e câmeras de profundidade, ou gerados pela reconstrução 
3D, combinando imagens capturadas por um agente como um drone.

Nuvens de pontos 3D

As nuvens de pontos são compostas por dados visuais tridimensionais (3D) que consistem em 
pontos. Cada ponto é descrito usando três coordenadas, normalmente x, y e z. Para adicionar cor 
ou variações de intensidade de pontos à nuvem de pontos, os pontos podem ser descritos com 
atributos adicionais, como i para intensidade ou valores para os canais de cores de 8 bits vermelhos 
(r), verdes (g) e azuis (b). Ao criar um trabalho de rotulagem de nuvem de pontos 3D do Ground 
Truth, você pode fornecer dados da nuvem de pontos e, opcionalmente de fusão de sensores.

A imagem a seguir mostra uma única cena da nuvem de ponto 3D renderizada pelo Ground Truth e 
exibida na interface do usuário do operador de segmentação semântica.

LiDAR

Um sensor LiDAR é um tipo comum de sensor usado para coletar medições que são usadas para 
gerar dados da nuvem de pontos. O LiDAR é um método de sensoriamento remoto que usa luz 
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na forma de um laser pulsado para medir as distâncias dos objetos com relação ao sensor. É 
possível fornecer dados da nuvem de pontos 3D gerados por um sensor LiDAR para um trabalho de 
rotulagem de nuvem de pontos 3D do Ground Truth usando os formatos de dados brutos descritos 
em Formatos aceitos de dados 3D brutos.

Fusão de sensores

Os trabalhos de rotulagem de nuvem de pontos 3D do Ground Truth incluem um atributo de fusão 
de sensores que oferece suporte à fusão de sensores de câmera de vídeo para todos os tipos de 
tarefas. Alguns sensores vêm com vários dispositivos LiDAR e câmeras de vídeo que capturam 
imagens e as associam a um quadro LiDAR. Para ajudar os anotadores a concluir visualmente suas 
tarefas com alta confiança, é possível usar o atributo de fusão de sensores do Ground Truth para 
projetar anotações (rótulos) de uma nuvem de pontos 3D para imagens de câmera 2D e vice-versa 
usando matrizes extrínsecas e intrínsecas da câmera de scanner 3D (como o LiDAR). Para saber 
mais, consulte Fusão de sensores.

Rotular nuvens de pontos 3D

O Ground Truth fornece uma interface do usuário (UI) e ferramentas que os operadores usam para 
rotular ou anotar nuvens de pontos 3D. Quando você usa os tipos de tarefa de detecção de objetos 
ou de segmentação semântica, os operadores podem anotar um quadro da nuvem de pontos único. 
Quando você usa o rastreamento de objetos, os operadores anotam uma sequência de quadros. É 
possível usar o rastreamento de objetos para rastrear o movimento de objetos em todos os quadros 
de uma sequência.

Veja a seguir uma demonstração de como um operador usaria o portal do operador e as ferramentas 
do Ground Truth para anotar uma nuvem de pontos 3D para uma tarefa de detecção de objetos. 
Para obter exemplos visuais semelhantes de outros tipos de tarefa, consulte Tipos de tarefas da 
nuvem de pontos 3D.
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Ferramentas de rotulagem auxiliares para a anotação da nuvem de pontos

O Ground Truth oferece ferramentas de rotulagem auxiliares para ajudar os operadores a concluir as 
tarefas de anotação da nuvem de pontos com mais rapidez e precisão. Para obter detalhes sobre as 
ferramentas de rotulagem auxiliares incluídas na interface do usuário do operador para cada tipo de 
tarefa, selecione um tipo de tarefa e consulte a seção Visualizar a interface de tarefas do operador
dessa página.

Próximas etapas

É possível criar seis tipos de tarefas ao usar trabalhos de rotulagem de nuvem de pontos 3D do 
Ground Truth. Use os tópicos em Tipos de tarefas da nuvem de pontos 3D para saber mais sobre 
esses tipos de tarefa e para saber como criar um trabalho de rotulagem usando o tipo de tarefa de 
sua escolha.

O trabalho de rotulagem de nuvem de pontos 3D é diferente de outras modalidades de rotulagem 
do Ground Truth. Antes de criar um trabalho de rotulagem, recomendamos que você leia Visão 
geral dos trabalhos de rotulagem de nuvem de pontos 3D. Além disso, revise as cotas de dados de 
entrada em Nuvem de pontos 3D e cotas de trabalho para etiquetagem de quadros de vídeo.

Para obter uma demonstração completa usando a API do SageMaker e AWS SDK Python (boto 3) 
para criar um trabalho de rotulagem de nuvem de pontos 3D, consulte create-3D-pointcloud-labeling-
job.ipynb na guia do bloco de anotações de exemplos do SageMaker.
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Important

Se você usar uma instância de bloco de anotações criada antes de 5 de junho de 2020 para 
executar esse bloco de anotações, será necessário interromper e reiniciar essa instância de 
bloco de anotações para que o bloco de notações funcione.

Tópicos

• Tipos de tarefas da nuvem de pontos 3D

• Visão geral dos trabalhos de rotulagem de nuvem de pontos 3D

• Instruções do operador

Tipos de tarefas da nuvem de pontos 3D

É possível usar a modalidade de rotulagem de nuvem de pontos 3D do Ground Truth para uma 
variedade de casos de uso. A lista a seguir descreve brevemente cada tipo de tarefa da nuvem de 
pontos 3D. Para obter detalhes e instruções adicionais sobre como criar um trabalho de rotulagem 
usando um tipo de tarefa específico, selecione o nome do tipo de tarefa para visualizar a página de 
tipo de tarefa.

• Detecção de objetos da nuvem de pontos 3D: use esse tipo de tarefa quando quiser que os 
operadores localizem e classifiquem objetos em uma nuvem de pontos 3D adicionando e 
ajustando cuboides 3D em torno de objetos.

• Rastreamento de objetos da nuvem de pontos 3D: use esse tipo de tarefa quando quiser que os 
operadores adicionem e ajustem cuboides 3D em torno de objetos para rastrear seu movimento 
em uma sequência de quadros da nuvem de pontos 3D. Por exemplo, é possível usar esse tipo de 
tarefa para pedir aos operadores que rastreiem a movimentação de veículos em vários quadros da 
nuvem de pontos.

• Segmentação de semântica da nuvem de pontos 3D: use esse tipo de tarefa quando quiser que 
os operadores criem uma máscara de segmentação de semântica em nível de pontos pintando 
objetos em uma nuvem de pontos 3D usando cores diferentes, em que cada cor é atribuída a uma 
das classes especificadas.

• Tipos de tarefa de ajuste da nuvem de pontos 3D: cada um dos tipos de tarefa acima tem um tipo 
de tarefa de ajuste associado que você pode usar para auditar e ajustar anotações geradas por 
um trabalho de rotulagem da nuvem de pontos 3D. Consulte a página do tipo de tarefa associado 
para saber como criar um trabalho de rotulagem de ajuste para essa tarefa.
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Detecção de objetos de nuvem de pontos 3D

Use esse tipo de tarefa quando quiser que os operadores classifiquem objetos em uma nuvem de 
pontos 3D desenhando cuboides 3D em torno de objetos. Por exemplo, essa tarefa pode ser usada 
para pedir aos operadores que identifiquem diferentes tipos de objetos em uma nuvem de pontos, 
como carros, bicicletas e pedestres.

Para esse tipo de tarefa, o objeto de dados que os operadores rotulam é uma sequência de quadros 
da nuvem de pontos. Ground Truth renderiza uma nuvem de pontos 3D usando os dados da nuvem 
de pontos que você fornece. Também é possível fornecer dados da câmera para dar aos operadores 
mais informações visuais sobre cenas no quadro e para ajudar os operadores a desenhar cuboides 
3D em torno de objetos.

O Ground Truth fornece aos operadores ferramentas para anotar objetos com nove graus de 
liberdade (x, y, z, rx, ry, rz, l, w, h) em três dimensões tanto em cenas 3D quanto em visualizações 
laterais projetadas (superior, lateral e traseira). Se você fornecer informações de fusão do sensor 
(como dados da câmera), quando um operador adiciona um cuboide para identificar um objeto na 
nuvem de pontos 3D, o cuboide aparece e pode ser modificado nas imagens 2D. Depois que um 
cuboide é adicionado, todas as edições feitas nesse cuboide na cena 2D ou 3D são projetadas na 
outra visualização.

É possível criar um trabalho para ajustar anotações criadas em um trabalho de rotulagem de 
detecção de objetos de nuvem de pontos 3D usando o tipo de tarefa de ajuste de detecção de 
objetos de nuvem de pontos 3D.

Se você for um novo usuário da modalidade de rotulagem de nuvem de pontos 3D do Ground Truth, 
recomendamos que revise Visão geral dos trabalhos de rotulagem de nuvem de pontos 3D. Essa 
modalidade de rotulagem é diferente de outros tipos de tarefas do Ground Truth, e esta página 
fornece uma visão geral dos detalhes importantes dos quais você deve estar ciente ao criar um 
trabalho de rotulagem de nuvem de pontos 3D.

Tópicos

• Visualizar a interface de tarefas do operador

• Criar um trabalho de rotulagem de detecção de objetos de nuvem de pontos 3D

• Criar um trabalho de rotulagem de ajuste ou verificação de detecção de objetos da nuvem de 
pontos 3D

• Formato dos dados de saída

Rotular nuvens de pontos 3D 1462



Amazon SageMaker Guia do Desenvolvedor

Visualizar a interface de tarefas do operador

O Ground Truth fornece aos operadores um portal da web e ferramentas para concluir as tarefas 
de anotação de detecção de objetos na nuvem de pontos 3D. Ao criar o trabalho de rotulagem, 
forneça o nome de recurso do nome do recurso da Amazon (ARN) para uma interface de usuário 
do operador pré-criada do Ground Truth no parâmetro HumanTaskUiArn. Quando você cria um 
trabalho de rotulagem usando esse tipo de tarefa no console, essa interface do usuário do operador 
é usada automaticamente. É possível visualizar e interagir com a interface do usuário do operador 
ao criar um trabalho de rotulagem no console. Se você for um usuário novo, é recomendável criar 
um trabalho de rotulagem usando o console para garantir que os atributos de rótulo, os quadros de 
nuvem de ponto e, se aplicável, as imagens apareçam conforme o esperado.

Veja a seguir um GIF da interface de tarefas do operador de detecção de objetos de nuvem de ponto 
3D. Se você fornecer dados de câmera para fusão de sensores no sistema de coordenadas mundial, 
as imagens serão combinadas com cenas no quadro de nuvem de pontos. Essas imagens aparecem 
no portal do operador, conforme mostrado no GIF a seguir.

O operador pode navegar na cena 3D usando o teclado e o mouse. Ele pode:

• Clique duas vezes em objetos específicos na nuvem de pontos para ampliá-los.

• Use o botão de deslocação do mouse ou o trackpad para ampliar e reduzir a nuvem de pontos.

• Use as teclas de seta do teclado e as teclas Q, E, A e D para mover para cima, para baixo, para a 
esquerda e para a direita. Use as teclas W e S do teclado para ampliar e diminuir o zoom.
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Quando um operador coloca um cuboide na cena 3D, uma visão lateral aparecerá com as três 
visualizações laterais projetadas: superior, lateral e traseira. Essas visualizações laterais mostram 
pontos dentro e ao redor do cuboide posicionado e ajudam os operadores a refinar os limites 
de cuboides nessa área. Os operadores podem ampliar e reduzir o zoom de cada uma dessas 
visualizações laterais usando o mouse.

O vídeo a seguir demonstra movimentos em torno da nuvem de pontos 3D e na visualização lateral.

Opções e recursos de visualização adicionais estão disponíveis no menu Visualizar na interface 
do usuário do operador. Consulte a página de instruções do operador para obter uma visão geral 
abrangente da interface do usuário do operador.

Ferramentas de rotulagem auxiliares

O Ground Truth ajuda os operadores a anotar nuvens de pontos 3D com mais rapidez e precisão 
usando ferramentas de rotulagem auxiliares, machine learning e visão computacional para tarefas de 
rastreamento de objetos da nuvem de pontos 3D. As seguintes ferramentas de rotulagem auxiliares 
estão disponíveis para este tipo de tarefa:

• Encaixe – os operadores podem adicionar um cuboide em torno de um objeto e usar um atalho 
de teclado ou uma opção de menu para que a ferramenta de ajuste automático do Ground Truth 
encaixe firmemente o cuboide ao redor do objeto.
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• Definir como solo– depois que um operador adiciona um cuboide à cena 3D, o operador pode 
encaixar automaticamente o cuboide no solo. Por exemplo, o operador pode usar esse recurso 
para encaixar um cuboide na estrada ou na calçada na cena.

• Rotuagem de visualização múltipla – depois que um operador adiciona um cuboide 3D à cena 3D, 
um painel lateral exibe perspectivas frontal, lateral e superior para ajudar o operador a ajustar o 
cuboide firmemente ao redor do objeto. Em todas essas visualizações, o cuboide inclui uma seta 
que indica a orientação ou o cabeçalho do objeto. Quando o operador ajusta o cuboide, o ajuste 
aparecerá em tempo real em todas as visualizações (ou seja, 3D, superior, lateral e frontal).

• Fusão do sensor – se você fornecer dados para fusão do sensor, os operadores podem ajustar 
anotações nas cenas 3D e em imagens 2D, e as anotações serão projetadas na outra visualização 
em tempo real. Além disso, os operadores terão a opção de visualizar a direção da câmera e o 
volume da câmera.

• Opções de visualização– permite que os operadores ocultem ou visualizem facilmente cuboides, 
texto de rótulo, malha de solo e atributos de ponto adicionais, como cor ou intensidade. Os 
operadores também podem escolher entre perspectivas e projeções ortogonais.

Criar um trabalho de rotulagem de detecção de objetos de nuvem de pontos 3D

É possível criar um trabalho de rotulagem de nuvem de pontos 3D usando o console do SageMaker 
ou a operação de API, CreateLabelingJob. Para criar um trabalho de rotulagem para esse tipo de 
tarefa, você precisa do seguinte:

• Um arquivo de manifesto de entrada de quadro único. Para saber como criar esse tipo de arquivo 
de manifesto, consulte Criar um arquivo manifesto de entrada de quadro da nuvem de pontos. Se 
você é um usuário novo das modalidades de rotulagem de nuvem de pontos 3D do Ground Truth, 
também convém revisar Formatos aceitos de dados 3D brutos.

• Uma equipe de trabalho de uma força de trabalho privada ou de fornecedor. Você não pode usar o 
Amazon Mechanical Turk para trabalhos de rotulagem de quadros de vídeo. Para saber como criar 
forças de trabalho e equipes de trabalho, consulte Criar e gerenciar forças de trabalho.

Além disso, verifique se você revisou e atendeu a Atribua permissões do IAM para usar o Ground 
Truth.

Use uma das seções a seguir para saber como criar um trabalho de rotulagem usando o console ou 
uma API.
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Criar um trabalho de rotulagem (console)

Você pode seguir as instruções do Criar um trabalho de rotulagem (console) para saber como 
criar um trabalho de rotulagem de detecção de objetos de nuvem de pontos 3D no console do 
SageMaker. Enquanto estiver criando o trabalho de rotulagem, esteja ciente do seguinte:

• O arquivo de manifesto de entrada deve ser um arquivo de manifesto de quadro único. Para obter 
mais informações, consulte Criar um arquivo manifesto de entrada de quadro da nuvem de pontos.

• Se preferir, você poderá fornecer atributos da categoria de rótulo e do quadro. Os operadores 
podem atribuir um ou mais desses atributos a anotações para fornecer mais informações sobre 
esse objeto. Por exemplo, você pode querer usar o atributo obstruído para que os operadores 
identifiquem quando um objeto está parcialmente obstruído.

• A rotulagem automatizada de dados e a consolidação de anotações não são compatíveis com 
tarefas de rotulagem de nuvem de pontos 3D.

• Os trabalhos de rotulagem de detecção de objetos de nuvem de pontos 3D podem levar várias 
horas para serem concluídos. É possível especificar um limite de tempo mais longo para esses 
trabalhos de rotulagem ao selecionar a equipe de trabalho (até 7 dias ou 604800 segundos).

Criar um trabalho de rotulagem (API)

Esta seção aborda detalhes que você precisa saber quando criar um trabalho de rotulagem usando 
a operação CreateLabelingJob de API do SageMaker. Essa API define essa operação para 
todos os AWS SDKs. Para ver uma lista de SDKs específicos de linguagem compatíveis com essa 
operação, revise a seção Consulte também do CreateLabelingJob.

Criar um trabalho de rotulagem (API), fornece uma visão geral da operação CreateLabelingJob. 
Siga estas instruções e faça o seguinte enquanto configura a solicitação:

• É necessário inserir um ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudObjectDetection. Substitua <region> pela região AWS na qual você está 
criando o trabalho de rotulagem.

Não deve haver uma entrada para o parâmetro UiTemplateS3Uri.

• O arquivo de manifesto de entrada deve ser um arquivo de manifesto de quadro único. Para obter 
mais informações, consulte Criar um arquivo manifesto de entrada de quadro da nuvem de pontos.
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• Especifique os seus rótulos, atributos de categoria de rótulo e de quadro e as instruções do 
operador em um arquivo de configuração da categoria de rótulo. Para saber como criar esse 
arquivo, consulte Criar um arquivo de configuração de categoria de rotulagem com atributos de 
categoria e quadro de rótulo.

• É necessário fornecer ARNs predefinidos para as funções do Lambda de pré-anotação e pós-
anotação (ACS). Esses ARNs são específicos da região da AWS usada para criar o trabalho de 
rotulagem.

• Para localizar o ARN de pré-anotação do Lambda, consulte PreHumanTaskLambdaArn. 
Use a região na qual você está criando o trabalho de rotulagem para 
encontrar o ARN correto. Por exemplo, se você estiver criando o trabalho 
de rotulagem em us-east-1, o ARN será arn:aws:lambda:us-
east-1:432418664414:function:PRE-3DPointCloudObjectDetection.

• Para localizar o ARN de pós-anotação do Lambda, consulte
AnnotationConsolidationLambdaArn. Use a região na qual você está criando 
o trabalho de rotulagem para encontrar o ARN correto. Por exemplo, se você estiver 
criando o trabalho de rotulagem em us-east-1, o ARN será arn:aws:lambda:us-
east-1:432418664414:function:ACS-3DPointCloudObjectDetection.

• O número de operadores especificado em NumberOfHumanWorkersPerDataObject deve ser
1.

• A rotulagem automatizada de dados não é compatível com trabalhos de rotulagem 
de nuvem de pontos 3D. Você não deve especificar valores para parâmetros em
LabelingJobAlgorithmsConfig.

• Os trabalhos de rotulagem de detecção de objetos de nuvem de pontos 3D podem levar várias 
horas para serem concluídos. É possível especificar um limite de tempo mais longo para esses 
trabalhos de rotulagem em TaskTimeLimitInSeconds (até 7 dias ou 604.800 segundos).

Criar um trabalho de rotulagem de ajuste ou verificação de detecção de objetos da nuvem de pontos 
3D

É possível criar um trabalho de ajuste ou verificação de rotulagem usando o console do Ground 
Truth ou a API CreateLabelingJob. Para saber mais sobre trabalhos de rotulagem de ajuste e 
verificação e como criar um, consulte Verificar e ajustar rótulos.

Quando você cria um trabalho de rotulagem de ajuste, seus dados de entrada no trabalho de 
rotulagem podem incluir rótulos e medidas de guinada, inclinação e rotação de um trabalho 
de rotulagem anterior ou de uma fonte externa. No trabalho de ajuste, o tom e a rotação serão 
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visualizados na interface do usuário do trabalhador, mas não podem ser modificados. A guinada é 
ajustável.

O Ground Truth usa ângulos de Tait-Bryan com as seguintes rotações intrínsecas para visualizar a 
guinada, a inclinação e a rotação na interface do usuário do operador. Primeiro, a rotação é aplicada 
ao veículo de acordo com o eixo z (guinada). Em seguida, o veículo em questão é girado de acordo 
com o eixo y intrínseco (inclinação). Em seguida, o veículo em questão é girado de acordo com o 
eixo x intrínseco (inclinação).

Formato dos dados de saída

Ao criar um trabalho de rotulagem de detecção de objetos de nuvem de pontos 3D, as tarefas 
são enviadas aos operadores. Quando esses operadores concluem suas tarefas, os rótulos são 
gravados no bucket do Amazon S3 especificado durante a criação do trabalho de rotulagem. O 
formato dos dados de saída determina o que você vê no bucket do Amazon S3 quando o status do 
trabalho de rotulagem (LabelingJobStatus) é Completed.

Se você for um usuário novo do , consulte Dados de saída para saber mais sobre o formato dos 
dados de saída do Ground Truth. Para saber mais sobre o formato dos dados de saída de detecção 
de objeto de nuvem de pontos 3D, consulte Resultado da detecção de objetos de nuvem de pontos 
3D.

Rastreamento de objetos de nuvem de pontos 3D

Use esse tipo de tarefa quando quiser que os operadores adicionem e ajustem cuboides 3D em 
torno de objetos para rastrear o movimento deles em quadros da nuvem de pontos 3D. Por exemplo, 
é possível usar esse tipo de tarefa para pedir aos operadores que rastreiem a movimentação de 
veículos em vários quadros da nuvem de pontos.

Para esse tipo de tarefa, o objeto de dados que os operadores rotulam é uma sequência de quadros 
da nuvem de pontos. Uma sequência é definida como uma série temporal de quadros de nuvem de 
pontos. O Ground Truth renderiza uma série de visualizações da nuvem de pontos 3D usando uma 
sequência fornecida e os operadores podem alternar entre esses quadros da nuvem de pontos 3D 
na interface de tarefas do operador.

O Ground Truth fornece aos operadores ferramentas para anotar objetos com nove graus de 
liberdade: (x, y, z, rx, ry, rz, l, w, h) em três dimensões tanto em cenas 3D quanto em visualizações 
laterais projetadas (superior, lateral e traseira). Quando um operador desenha um cuboide em 
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torno de um objeto, esse cuboide recebe um ID exclusivo, por exemplo, Car:1 para um carro na 
sequência e Car:2 para outro. Os operadores usam esse ID para rotular o mesmo objeto em vários 
quadros.

Também é possível fornecer dados da câmera para dar aos operadores mais informações visuais 
sobre cenas no quadro e para ajudar os operadores a desenhar cuboides 3D em torno de objetos. 
Quando um operador adiciona um cuboide 3D para identificar um objeto na imagem 2D ou na nuvem 
de pontos 3D, e o cuboide aparece na outra visualização.

É possível ajustar as anotações criadas em um trabalho de rotulagem de detecção de objetos da 
nuvem de pontos 3D usando o tipo de tarefa de ajuste de rastreamento de objetos da nuvem de 
pontos 3D.

Se você for um novo usuário da modalidade de rotulagem de nuvem de pontos 3D do Ground Truth, 
recomendamos que revise Visão geral dos trabalhos de rotulagem de nuvem de pontos 3D. Essa 
modalidade de rotulagem é diferente de outros tipos de tarefas do Ground Truth, e esta página 
fornece uma visão geral dos detalhes importantes dos quais você deve estar ciente ao criar um 
trabalho de rotulagem de nuvem de pontos 3D.

Tópicos

• Visualizar a interface de tarefas do operador

• Criar um trabalho de rotulagem de rastreamento de objetos da nuvem de pontos 3D

• Criar um trabalho de rotulagem de ajuste ou verificação de rastreamento de objetos da nuvem de 
pontos 3D

• Formato dos dados de saída

Visualizar a interface de tarefas do operador

O Ground Truth fornece aos operadores um portal da web e ferramentas para concluir as 
tarefas de anotação de rastreamento de objetos da nuvem de pontos 3D. Ao criar o trabalho de 
rotulagem, forneça o nome de recurso do nome do recurso da Amazon (ARN) para uma interface 
do usuário pré-criada do Ground Truth no parâmetro HumanTaskUiArn. Quando você cria um 
trabalho de rotulagem usando esse tipo de tarefa no console, essa interface do usuário é usada 
automaticamente. É possível visualizar e interagir com a interface do usuário do operador ao criar um 
trabalho de rotulagem no console. Se você for um usuário novo, é recomendável criar um trabalho de 
rotulagem usando o console para garantir que os atributos de rótulo, os quadros de nuvem de ponto 
e, se aplicável, as imagens apareçam conforme o esperado.
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Veja a seguir um GIF da interface de tarefas do operador de rastreamento de objetos da nuvem de 
pontos 3D, que demonstra como o operador pode navegar pelos quadros da nuvem de pontos na 
sequência. As ferramentas de anotação fazem parte da interface de tarefas do operador. Eles não 
estão disponíveis para a interface de visualização.

Uma vez que os operadores adicionam um único cuboide, ele é replicado em todos os quadros da 
sequência com o mesmo ID. Quando os operadores ajustam o cuboide em outro quadro, o Ground 
Truth interpola o movimento desse objeto e ajusta todos os cuboides entre os quadros ajustados 
manualmente. O GIF a seguir demonstra esse atributo de interpolação. Na barra de navegação na 
parte inferior esquerda, as áreas vermelhas indicam quadros ajustados manualmente.
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Se você fornecer dados de câmera para fusão de sensores, as imagens serão combinadas com 
cenas em quadros da nuvem de pontos. Essas imagens aparecem no portal do operador, conforme 
mostrado no GIF a seguir.

O operador pode navegar na cena 3D usando o teclado e o mouse. Ele pode:

• Clique duas vezes em objetos específicos na nuvem de pontos para ampliá-los.

• Use o botão de deslocação do mouse ou o trackpad para ampliar e reduzir a nuvem de pontos.

• Use as teclas de seta do teclado e as teclas Q, E, A e D para mover para cima, para baixo, para a 
esquerda e para a direita. Use as teclas W e S do teclado para ampliar e diminuir o zoom.

Quando um operador coloca um cuboide na cena 3D, uma visão lateral aparecerá com as três 
visualizações laterais projetadas: superior, lateral e traseira. Essas visualizações laterais mostram 
pontos dentro e ao redor do cuboide posicionado e ajudam os operadores a refinar os limites 
de cuboides nessa área. Os operadores podem ampliar e reduzir o zoom de cada uma dessas 
visualizações laterais usando o mouse.

O vídeo a seguir demonstra movimentos em torno da nuvem de pontos 3D e na visualização lateral.

Rotular nuvens de pontos 3D 1471



Amazon SageMaker Guia do Desenvolvedor

Atributos e opções de visualização adicionais estão disponíveis. Consulte a página de instruções do 
operador para obter uma visão geral abrangente da interface do usuário do operador.

Ferramentas do operador

Os operadores podem navegar pela nuvem de pontos 3D, ampliando e diminuindo o zoom e 
movendo-se em todas as direções ao redor da nuvem usando o mouse e os atalhos do teclado. 
Se os operadores clicarem em um ponto na nuvem de pontos, a interface do usuário será 
automaticamente ampliada nessa área. Os operadores podem usar várias ferramentas para 
desenhar um cuboide 3D em torno de objetos. Para obter mais informações, consulte Ferramentas 
de rotulagem auxiliares.

Depois que os operadores colocam um cuboide 3D na nuvem de pontos, eles podem ajustar 
esses cuboides para se encaixarem firmemente em torno de carros usando uma variedade de 
visualizações: diretamente no cuboide 3D, em uma visão lateral com três perspectivas ampliadas da 
nuvem de pontos ao redor da caixa e, se você incluir imagens para fusão de sensores, diretamente 
na imagem 2D.

Opções de visualização que permitem aos operadores ocultar ou visualizar facilmente o texto do 
rótulo, uma malha de solo e atributos de pontos adicionais. Os operadores também podem escolher 
entre perspectivas e projeções ortogonais.
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Ferramentas de rotulagem auxiliares

O Ground Truth ajuda os operadores a anotar nuvens de pontos 3D com mais rapidez e precisão 
usando ferramentas de rotulagem auxiliares de UX, machine learning e visão computacional para 
tarefas de rastreamento de objetos da nuvem de pontos 3D. As seguintes ferramentas de rotulagem 
auxiliares estão disponíveis para este tipo de tarefa:

• Preenchimento automático de rótulos – quando um operador adiciona um cuboide a um quadro, 
um cuboide com as mesmas dimensões e orientação é adicionado automaticamente a todos os 
quadros na sequência.

• Interpolação de rótulos – depois que um operador rotula um único objeto em dois quadros, o 
Ground Truth usa essas anotações para interpolar o movimento desse objeto entre esses dois 
quadros. A interpolação de etiquetas pode ser ativada e desativada.

• Gerenciamento de rótulos e atributos em massa — os operadores podem adicionar, excluir e 
renomear anotações, atributos de categorias de rótulos e atributos de quadro em massa.

• Os operadores podem excluir manualmente as anotações de determinado objeto antes ou 
depois de um quadro. Por exemplo, um operador poderá excluir todos os rótulos de um objeto 
após o quadro 10 se esse objeto não estiver mais localizado na cena depois desse quadro.

• Se um operador acidentalmente excluir em massa todas as anotações de um objeto, ele poderá 
adicioná-las novamente. Por exemplo, se um operador excluir todas as anotações de um objeto 
antes do quadro 100, ele poderá adicioná-las em massa a esses quadros.

• Os operadores podem renomear um rótulo em um quadro e todos os cuboides 3D atribuídos a 
esse rótulo serão atualizados com o novo nome em todos os quadros.

• Os trabalhadores podem usar a edição em massa para adicionar ou editar atributos de categoria 
de rótulo e atributos de quadro em vários quadros.

• Encaixe – os operadores podem adicionar um cuboide em torno de um objeto e usar um atalho 
de teclado ou uma opção de menu para que a ferramenta de ajuste automático do Ground Truth 
encaixe firmemente o cuboide ao redor dos limites do objeto.

• Ajuste ao solo – depois que um operador adiciona um cuboide à cena 3D, o operador pode 
encaixar automaticamente o cuboide no solo. Por exemplo, o operador pode usar esse atributo 
para encaixar um cuboide na estrada ou na calçada na cena.

• Etiquetagem de visualização múltipla – depois que um operador adiciona um cuboide 3D à cena 
3D, um painel lateral exibe perspectivas frontal e dos dois lados para ajudar o operador a ajustar 
o cuboide firmemente ao redor do objeto. Os operadores podem anotar a nuvem de pontos 3D, o 
painel lateral e os ajustes aparecerão nas outras visualizações em tempo real.
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• Fusão do sensor – se você fornecer dados para fusão do sensor, os operadores podem ajustar 
anotações nas cenas 3D e em imagens 2D, e as anotações serão projetadas na outra visualização 
em tempo real.

• Mesclagem automática de cuboides – os operadores poderão mesclar automaticamente dois 
cuboides em todos os quadros se determinarem que cuboides com rótulos diferentes representam 
realmente um único objeto.

• Opções de visualização – permite que os operadores ocultem ou visualizem facilmente o texto de 
rótulo, a malha de solo e os atributos de ponto adicionais, como cor ou intensidade. Os operadores 
também podem escolher entre perspectivas e projeções ortogonais.

Criar um trabalho de rotulagem de rastreamento de objetos da nuvem de pontos 3D

É possível criar um trabalho de rotulagem de nuvem de pontos 3D usando o console do SageMaker 
ou a operação de API, CreateLabelingJob. Para criar um trabalho de rotulagem para esse tipo de 
tarefa, você precisa do seguinte:

• Um arquivo de manifesto de entrada de sequência. Para saber como criar esse tipo de arquivo 
manifesto, consulte Criar um manifesto de entrada de sequência da nuvem de pontos. Se você 
é um novo usuário das modalidades de rotulagem da nuvem de pontos 3D do Ground Truth, 
recomendamos que revise Formatos aceitos de dados 3D brutos.

• Uma equipe de trabalho de uma força de trabalho privada ou de fornecedor. Não é possível usar o 
Amazon Mechanical Turk para trabalhos de rotulagem de nuvem de pontos 3D. Para saber como 
criar forças de trabalho e equipes de trabalho, consulte Criar e gerenciar forças de trabalho.

Além disso, verifique se você revisou e atendeu a Atribua permissões do IAM para usar o Ground 
Truth.

Para saber como criar um trabalho de rotulagem usando o console ou uma API, consulte as seções a 
seguir.

Criar um trabalho de rotulagem (API)

Esta seção aborda detalhes que você precisa saber quando criar um trabalho de rotulagem usando 
a operação de API CreateLabelingJob do SageMaker. Essa API define essa operação para 
todos os SDKs AWS. Para ver uma lista de SDKs específicos de linguagem compatíveis com essa 
operação, revise a seção Ver também do CreateLabelingJob.
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Criar um trabalho de rotulagem (API) fornece uma visão geral da operação CreateLabelingJob. 
Siga estas instruções e faça o seguinte enquanto configura a solicitação:

• É necessário inserir um ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudObjectTracking. Substitua <region> pela região AWS na qual você está criando 
o trabalho de rotulagem.

Não deve haver uma entrada para o parâmetro UiTemplateS3Uri.

• O LabelAttributeName deve terminar em -ref. Por exemplo, ot-labels-ref.

• O arquivo de manifesto de entrada deve ser um arquivo de manifesto de sequência de quadros 
da nuvem de pontos. Para obter mais informações, consulte Criar um manifesto de entrada de 
sequência da nuvem de pontos.

• Especifique os seus rótulos, atributos de categoria de rótulo e de quadro e as instruções do 
operador em um arquivo de configuração da categoria de rótulo. Para obter mais informações, 
consulte Criar um arquivo de configuração de categoria de rotulagem com atributos de categoria e 
quadro de rótulo para saber como criar esse arquivo.

• É necessário fornecer ARNs predefinidos para as funções do Lambda de pré-anotação e pós-
anotação (ACS). Esses ARNs são específicos da região AWS usada para criar o trabalho de 
rotulagem.

• Para localizar o ARN de pré-anotação do Lambda, consulte PreHumanTaskLambdaArn. Use 
a região em que você está criando o trabalho de rotulagem para encontrar o ARN correto que 
termina com PRE-3DPointCloudObjectTracking.

• Para localizar o ARN de pós-anotação do Lambda, consulte
AnnotationConsolidationLambdaArn. Use a região em que você está 
criando o trabalho de rotulagem para encontrar o ARN correto que termina com
ACS-3DPointCloudObjectTracking.

• O número de workers especificado em NumberOfHumanWorkersPerDataObject deve ser 1.

• A rotulagem automatizada de dados não é compatível com trabalhos de rotulagem 
de nuvem de pontos 3D. Você não deve especificar valores para parâmetros em
LabelingJobAlgorithmsConfig.

• Os trabalhos de rotulagem de rastreamento de objetos da nuvem de pontos 3D podem levar várias 
horas para serem concluídos. É possível especificar um limite de tempo mais longo para esses 
trabalhos de rotulagem em TaskTimeLimitInSeconds (até 7 dias ou 604.800 segundos).
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Criar um trabalho de rotulagem (console)

Você pode seguir as instruções Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rotulagem de rastreamento de objetos de nuvem de pontos 3D no console do 
SageMaker. Enquanto estiver criando o trabalho de rotulagem, esteja ciente do seguinte:

• O arquivo de manifesto de entrada deve ser um arquivo de manifesto de sequência. Para obter 
mais informações, consulte Criar um manifesto de entrada de sequência da nuvem de pontos.

• Se preferir, você poderá fornecer atributos da categoria de rótulo. Os operadores podem atribuir 
um ou mais desses atributos a anotações para fornecer mais informações sobre esse objeto. Por 
exemplo, você pode querer usar o atributo obstruído para que os operadores identifiquem quando 
um objeto está parcialmente obstruído.

• A rotulagem automatizada de dados e a consolidação de anotações não são compatíveis com 
tarefas de rotulagem de nuvem de pontos 3D.

• Os trabalhos de rotulagem de rastreamento de objetos da nuvem de pontos 3D podem levar várias 
horas para serem concluídos. É possível especificar um limite de tempo mais longo para esses 
trabalhos de rotulagem ao selecionar a equipe de trabalho (até 7 dias ou 604800 segundos).

Criar um trabalho de rotulagem de ajuste ou verificação de rastreamento de objetos da nuvem de 
pontos 3D

É possível criar um trabalho de ajuste e verificação de rotulagem usando o console do Ground 
Truth ou a API CreateLabelingJob. Para saber mais sobre trabalhos de rotulagem de ajuste e 
verificação e como criar um, consulte Verificar e ajustar rótulos.

Quando você cria um trabalho de rotulagem de ajuste, seus dados de entrada no trabalho de 
rotulagem podem incluir rótulos e medidas de guinada, inclinação e rotação de um trabalho 
de rotulagem anterior ou de uma fonte externa. No trabalho de ajuste, o tom e a rotação serão 
visualizados na interface do usuário do trabalhador, mas não podem ser modificados. A guinada é 
ajustável.

O Ground Truth usa ângulos de Tait-Bryan com as seguintes rotações intrínsecas para visualizar a 
guinada, a inclinação e a rotação na interface do usuário do operador. Primeiro, a rotação é aplicada 
ao veículo de acordo com o eixo z (guinada). Em seguida, o veículo em questão é girado de acordo 
com o eixo y intrínseco (inclinação). Em seguida, o veículo em questão é girado de acordo com o 
eixo x intrínseco (inclinação).
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Formato dos dados de saída

Quando você criar um trabalho de rotulagem de rastreamento de objetos de nuvem de pontos 3D, 
as tarefas são enviadas aos operadores. Quando esses operadores concluem suas tarefas, suas 
anotações são gravadas no bucket do Amazon S3 especificado durante a criação do trabalho de 
rotulagem. O formato dos dados de saída determina o que você vê no bucket do Amazon S3 quando 
o status do trabalho de rotulagem (LabelingJobStatus) é Completed.

Se você for um usuário novo do , consulte Dados de saída para saber mais sobre o formato 
dos dados de saída do Ground Truth. Para saber mais sobre o formato dos dados de saída de 
rastreamento de objeto de nuvem de pontos 3D, consulte Saídas do rastreamento de objetos de 
nuvem de pontos 3D.

Segmentação semântica da nuvem de pontos 3D

A segmentação semântica envolve classificar pontos individuais de uma nuvem de pontos 3D em 
categorias pré-especificadas. Use esse tipo de tarefa quando quiser que os operadores criem uma 
máscara de segmentação semântica no nível de ponto para nuvens de pontos 3D. Por exemplo, se 
você especificar as classes car, pedestrian e bike, os operadores vão selecionar uma classe de 
cada vez e colorir todos os pontos dessa classe com a mesma cor na nuvem de pontos.

Para esse tipo de tarefa, o objeto de dados que os operadores rotulam é uma sequência de quadros 
da nuvem de pontos. Ground Truth gera uma nuvem de pontos 3D usando os dados da nuvem de 
pontos que você fornece. Também é possível fornecer dados da câmera para dar aos operadores 
mais informações visuais sobre as cenas no quadro e para ajudar os operadores a pintar objetos. 
Quando um operador pinta um objeto na imagem 2D ou na nuvem de pontos 3D, a pintura aparece 
na outra visualização.

É possível ajustar anotações criadas em um trabalho de rotulagem de detecção de objetos de nuvem 
de pontos 3D usando o tipo de tarefa de ajuste de segmentação semântica de nuvem de pontos 3D.

Se você for um novo usuário da modalidade de rotulagem de nuvem de pontos 3D do Ground Truth, 
recomendamos que revise Visão geral dos trabalhos de rotulagem de nuvem de pontos 3D. Essa 
modalidade de rotulagem é diferente de outros tipos de tarefas do Ground Truth e este tópico fornece 
uma visão geral dos detalhes importantes dos quais você deve estar ciente ao criar um trabalho de 
rotulagem de nuvem de pontos 3D.

Tópicos

• Visualizar a interface de tarefas do operador
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• Criar um trabalho de rotulagem de segmentação semântica da nuvem de pontos 3D

• Criar um trabalho de rotulagem de ajuste ou verificação de segmentação semântica da nuvem de 
pontos 3D

• Formato dos dados de saída

Visualizar a interface de tarefas do operador

O Ground Truth fornece aos operadores um portal da web e ferramentas para concluir as 
tarefas de anotação de segmentação semântica da nuvem de pontos 3D. Ao criar o trabalho de 
rotulagem, forneça o nome de recurso do nome do recurso da Amazon (ARN) para uma interface 
do usuário pré-criada do Ground Truth no parâmetro HumanTaskUiArn. Quando você cria um 
trabalho de rotulagem usando esse tipo de tarefa no console, essa interface do usuário é usada 
automaticamente. É possível visualizar e interagir com a interface do usuário do operador ao criar um 
trabalho de rotulagem no console. Se você for um usuário novo, é recomendável criar um trabalho de 
rotulagem usando o console para garantir que os atributos de rótulo, os quadros de nuvem de ponto 
e, se aplicável, as imagens apareçam conforme o esperado.

Veja a seguir um GIF da interface de tarefas do operador de segmentação semântica da nuvem 
de pontos 3D. Se você fornecer dados da câmera para fusão de sensores, as imagens serão 
combinadas com cenas no quadro da nuvem de pontos. Os operadores podem pintar objetos na 
nuvem de pontos 3D ou na imagem 2D, e a pintura aparece no local correspondente na outra média. 
Essas imagens aparecem no portal do operador, conforme mostrado no GIF a seguir.
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O operador pode navegar na cena 3D usando o teclado e o mouse. Ele pode:

• Clique duas vezes em objetos específicos na nuvem de pontos para ampliá-los.

• Use o botão de deslocação do mouse ou o trackpad para ampliar e reduzir a nuvem de pontos.

• Use as teclas de seta do teclado e as teclas Q, E, A e D para mover para cima, para baixo, para a 
esquerda e para a direita. Use as teclas W e S do teclado para ampliar e diminuir o zoom.

O vídeo a seguir demonstra movimentos em torno da nuvem de pontos 3D. Os operadores 
podem ocultar e expandir novamente todos os menus e as visualizações laterais. Nesse GIF, as 
visualizações laterais e os menus foram recolhidos.

O GIF a seguir demonstra como um operador pode rotular vários objetos rapidamente, refinar objetos 
pintados usando a opção Desfazer pintura e visualizar somente os pontos que foram pintados.
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Recursos e opções de visualização adicionais estão disponíveis. Consulte a página de instruções do 
operador para obter uma visão geral abrangente da interface do usuário do operador.

Ferramentas do operador

Os operadores podem navegar pela nuvem de pontos 3D, ampliando e diminuindo o zoom e 
movendo-se em todas as direções ao redor da nuvem usando o mouse e os atalhos do teclado. 
Ao criar um trabalho de segmentação semântica, os operadores têm as seguintes ferramentas 
disponíveis:

• Um pincel para pintar e desfazer a pintura de objetos. Os operadores pintam os objetos 
selecionando uma categoria de rótulo e pintando na nuvem de pontos 3D. Os operadores 
desfazem a pintura de objetos selecionando a opção Desfazer pintura no menu de categoria de 
rótulo e usando o pincel para apagar a pintura.

• Uma ferramenta de polígono que os operadores podem usar para selecionar e pintar uma área na 
nuvem de pontos.

• Uma ferramenta de pintura de plano de fundo, que permite que os operadores pintem atrás de 
objetos que já anotaram sem alterar as anotações originais. Por exemplo, os operadores podem 
usar essa ferramenta para pintar a estrada depois de pintar todos os carros na estrada.
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• Visualize opções que permitem aos operadores ocultar ou visualizar facilmente o texto do rótulo, 
uma malha de solo e atributos de ponto adicionais, como cor ou intensidade. Os operadores 
também podem escolher entre perspectivas e projeções ortogonais.

Criar um trabalho de rotulagem de segmentação semântica da nuvem de pontos 3D

É possível criar um trabalho de rotulagem de nuvem de pontos 3D usando o console do SageMaker 
ou a operação de API, CreateLabelingJob. Para criar um trabalho de rotulagem para esse tipo de 
tarefa, você precisa do seguinte:

• Um arquivo de manifesto de entrada de quadro único. Para saber como criar esse tipo de arquivo 
manifesto, consulte Criar um arquivo manifesto de entrada de quadro da nuvem de pontos. Se 
você é um novo usuário das modalidades de rotulagem da nuvem de pontos 3D do Ground Truth, 
recomendamos que revise Formatos aceitos de dados 3D brutos.

• Uma equipe de trabalho de uma força de trabalho privada ou de fornecedor. Não é possível usar 
os trabalhadores do Amazon Mechanical Turk para trabalhos de rotulagem de nuvem de pontos 
3D. Para saber como criar forças de trabalho e equipes de trabalho, consulte Criar e gerenciar 
forças de trabalho.

• Um arquivo de configuração de categoria de rótulo. Para obter mais informações, consulte Criar 
um arquivo de configuração de categoria de rotulagem com atributos de categoria e quadro de 
rótulo.

Além disso, verifique se você revisou e atendeu a Atribua permissões do IAM para usar o Ground 
Truth.

Use uma das seções a seguir para saber como criar um trabalho de rotulagem usando o console ou 
uma API.

Criar um trabalho de rotulagem (console)

Você pode seguir as instruções Criar um trabalho de rotulagem (console) para saber como criar 
um trabalho de rotulagem de segmentação de semântica de nuvem de pontos 3D no console do 
SageMaker. Enquanto estiver criando o trabalho de rotulagem, esteja ciente do seguinte:

• O arquivo de manifesto de entrada deve ser um arquivo de manifesto de quadro único. Para obter 
mais informações, consulte Criar um arquivo manifesto de entrada de quadro da nuvem de pontos.

• A rotulagem automatizada de dados e a consolidação de anotações não são compatíveis com 
tarefas de rotulagem de nuvem de pontos 3D.
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• Os trabalhos de rotulagem de segmentação semântica de nuvem de pontos 3D podem levar várias 
horas para serem concluídos. É possível especificar um limite de tempo mais longo para esses 
trabalhos de rotulagem ao selecionar a equipe de trabalho (até 7 dias ou 604800 segundos).

Criar um trabalho de rotulagem (API)

Esta seção aborda detalhes que você precisa saber quando criar um trabalho de rotulagem usando 
a operação de API CreateLabelingJob do SageMaker. Essa API define essa operação para 
todos os SDKs AWS. Para ver uma lista de SDKs específicos de linguagem compatíveis com essa 
operação, revise a seção Ver também do CreateLabelingJob.

A página Criar um trabalho de rotulagem (API) fornece uma visão geral da operação
CreateLabelingJob. Siga estas instruções e faça o seguinte enquanto configura a solicitação:

• É necessário inserir um ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudSemanticSegmentation. Substitua <region> pela região AWS na qual você está 
criando o trabalho de rotulagem.

Não deve haver uma entrada para o parâmetro UiTemplateS3Uri.

• O LabelAttributeName deve terminar em -ref. Por exemplo, ss-labels-ref.

• O arquivo de manifesto de entrada deve ser um arquivo de manifesto de quadro único. Para obter 
mais informações, consulte Criar um arquivo manifesto de entrada de quadro da nuvem de pontos.

• Especifique os rótulos e as instruções do operador em um arquivo de configuração da categoria 
de rótulo. Consulte Criar um arquivo de configuração de categoria de rotulagem com atributos de 
categoria e quadro de rótulo para saber como criar esse arquivo.

• É necessário fornecer um ARN predefinido para as funções do Lambda de pré-anotação e pós-
anotação (ACS). Esses ARNs são específicos da região AWS usada para criar o trabalho de 
rotulagem.

• Para localizar o ARN de pré-anotação do Lambda, consulte PreHumanTaskLambdaArn. 
Use a região na qual você está criando o trabalho de rotulagem para 
encontrar o ARN correto. Por exemplo, se você estiver criando o trabalho 
de rotulagem em us-east-1, o ARN será arn:aws:lambda:us-
east-1:432418664414:function:PRE-3DPointCloudSemanticSegmentation.

• Para localizar o ARN de pós-anotação do Lambda, consulte
AnnotationConsolidationLambdaArn. Use a região na qual você está criando 
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o trabalho de rotulagem para encontrar o ARN correto. Por exemplo, se você estiver 
criando o trabalho de rotulagem em us-east-1, o ARN será arn:aws:lambda:us-
east-1:432418664414:function:ACS-3DPointCloudSemanticSegmentation.

• O número de workers especificado em NumberOfHumanWorkersPerDataObject deve ser 1.

• A rotulagem automatizada de dados não é compatível com trabalhos de rotulagem 
de nuvem de pontos 3D. Você não deve especificar valores para parâmetros em
LabelingJobAlgorithmsConfig.

• Os trabalhos de rotulagem de segmentação semântica de nuvem de pontos 3D podem levar várias 
horas para serem concluídos. É possível especificar um limite de tempo mais longo para esses 
trabalhos de rotulagem em TaskTimeLimitInSeconds (até 7 dias ou 604800 segundos).

Criar um trabalho de rotulagem de ajuste ou verificação de segmentação semântica da nuvem de 
pontos 3D

É possível criar um trabalho de ajuste de verificação de rotulagem usando o console do Ground 
Truth ou a API CreateLabelingJob. Para saber mais sobre trabalhos de rotulagem de ajuste e 
verificação e como criar um, consulte Verificar e ajustar rótulos.

Formato dos dados de saída

Ao criar um trabalho de rotulagem de segmentação semântica de nuvem de pontos 3D, as tarefas 
são enviadas aos operadores. Quando esses operadores concluem suas tarefas, suas anotações 
são gravadas no bucket do Amazon S3 especificado durante a criação do trabalho de rotulagem. O 
formato dos dados de saída determina o que você vê no bucket do Amazon S3 quando o status do 
trabalho de rotulagem (LabelingJobStatus) é Completed.

Se você for um novo usuário do Ground Truth, consulte Dados de saída para saber mais sobre o 
formato dos dados de saída do Ground Truth. Para saber mais sobre o formato dos dados de saída 
de detecção de objeto de nuvem de pontos 3D, consulte Segmentação de semântica da nuvem de 
pontos 3D.

Rastreamento de objetos de nuvem de pontos 3D-2D

Use esse tipo de tarefa quando quiser que os trabalhadores vinculem anotações de nuvem de 
pontos 3D a anotações de imagens 2D e também vinculem anotações de imagens 2D entre várias 
câmeras. Atualmente, o Ground Truth suporta cubóides para anotação em uma nuvem de pontos 
3D e caixas delimitadoras para anotação em vídeos 2D. Por exemplo, você pode usar esse tipo de 
tarefa para pedir aos trabalhadores que vinculem o movimento de um veículo na nuvem de pontos 
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3D com seu vídeo 2D. Usando a vinculação 3D-2D, você pode correlacionar facilmente os dados da 
nuvem de pontos (como a distância de um cubóide) aos dados de vídeo (caixa delimitadora) de até 
oito câmeras.

O Ground Truth fornece aos trabalhadores ferramentas para anotar paralelepípedos em uma nuvem 
de pontos 3D e caixas delimitadoras em até 8 câmeras usando a mesma interface de anotação. 
Os trabalhadores também podem vincular várias caixas delimitadoras para o mesmo objeto em 
câmeras diferentes. Por exemplo, uma caixa delimitadora na camera1 pode ser vinculada a uma 
caixa delimitadora na camera 2. Isso permite que você correlacione um objeto em várias câmeras 
usando um ID exclusivo.

Note

Atualmente, o SageMaker não suporta a criação de uma tarefa de vinculação 3D-2D usando 
o console. Para criar uma tarefa de vinculação 3D-2D usando a API do SageMaker, consulte
Criar um trabalho de rotulagem (API).

Tópicos

• Visualizar a interface de tarefas do operador

• Formato dos dados de entrada

• Criar um trabalho de rotulagem de rastreamento de objetos da nuvem de pontos 3D-2D

• Dados de saída

Visualizar a interface de tarefas do operador

O Ground Truth fornece aos operadores um portal da web e ferramentas para concluir as tarefas de 
anotação de rastreamento de objetos da nuvem de pontos 3D-2D. Ao criar o trabalho de rotulagem, 
forneça o nome de recurso do nome do recurso da Amazon (ARN) para uma interface do usuário 
pré-criada do Ground Truth no parâmetro HumanTaskUiArn. Para usar a interface do usuário 
ao criar um trabalho de rotulagem para esse tipo de tarefa usando a API, você precisa fornecer o
HumanTaskUiArn. É possível visualizar e interagir com a interface do usuário do operador ao criar 
um trabalho de rotulagem por meio da API. As ferramentas de anotação fazem parte da interface de 
tarefas do operador. Eles não estão disponíveis para a interface de visualização. A imagem a seguir 
demonstra a interface de tarefas do operador usada para a tarefa de anotação de rastreamento de 
objetos da nuvem de pontos 3D-2D.
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Quando a interpolação está habilitada por padrão. Depois que os operadores adicionam um único 
cuboide, ele é replicado em todos os quadros da sequência com o mesmo ID. Se o operador ajusta 
o cuboide em outro quadro, o Ground Truth interpola o movimento desse objeto e ajusta todos os 
cuboides entre os quadros ajustados manualmente. Além disso, usando a seção de visualização da 
câmera, um cubóide pode ser mostrado com uma projeção (usando o botão B para “alternar rótulos” 
na visualização da câmera) que fornece ao trabalhador uma referência das imagens da câmera. A 
precisão do cubóide na projeção da imagem é baseada na precisão das calibrações capturadas nos 
dados extrínsecos e intrínsecos.

Se você fornecer dados de câmera para fusão de sensores, as imagens serão combinadas com 
cenas em quadros da nuvem de pontos. Observe que os dados da câmera devem ser sincronizados 
com o tempo com os dados da nuvem de pontos para garantir uma representação precisa da nuvem 
de pontos em imagens em cada quadro na sequência, conforme mostrado na imagem a seguir.
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O arquivo de manifesto contém os dados extrínsecos e intrínsecos e a pose para permitir que a 
projeção cuboide na imagem da câmera seja mostrada usando o botão P.

O operador pode navegar na cena 3D usando o teclado e o mouse. Ele pode:

• Clicar duas vezes em objetos específicos na nuvem de pontos para ampliá-los.

• Usar o botão de deslocação do mouse ou o trackpad para ampliar e reduzir a nuvem de pontos.

• Usar as teclas de seta do teclado e as teclas Q, E, A e D para mover para cima, para baixo, para a 
esquerda e para a direita. Usar as teclas W e S do teclado para ampliar e diminuir o zoom.

Quando um operador coloca um cuboide na cena 3D, uma visão lateral aparece com as três 
visualizações laterais projetadas: superior, lateral e traseira. Essas visualizações laterais mostram 
pontos dentro e ao redor do cuboide posicionado e ajudam os operadores a refinar os limites 
de cuboides nessa área. Os operadores podem ampliar e reduzir o zoom de cada uma dessas 
visualizações laterais usando o mouse.

O operador deve primeiro selecionar o cuboide para desenhar uma caixa delimitadora 
correspondente em qualquer uma das vistas da câmera. Isso vincula o cuboide e a caixa 
delimitadora com um nome comum e um ID exclusivo.

O operador também pode primeiro desenhar uma caixa delimitadora, selecioná-la e desenhar o 
cuboide correspondente para vinculá-la.

Recursos e opções de visualização adicionais estão disponíveis. Consulte a página de instruções do 
operador para obter uma visão geral abrangente da interface do usuário do operador.

Rotular nuvens de pontos 3D 1486

https://docs.aws.amazon.com/sagemaker/latest/dg/sms-point-cloud-worker-instructions-object-tracking.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-point-cloud-worker-instructions-object-tracking.html


Amazon SageMaker Guia do Desenvolvedor

Ferramentas do operador

Os operadores podem navegar pela nuvem de pontos 3D, ampliando e diminuindo o zoom e 
movendo-se em todas as direções ao redor da nuvem usando o mouse e os atalhos do teclado. 
Se os operadores clicarem em um ponto na nuvem de pontos, a interface do usuário amplia 
automaticamente nessa área. Os operadores podem usar várias ferramentas para desenhar um 
cuboide 3D em torno de objetos. Para obter mais informações, consulte Ferramentas de rotulagem 
auxiliares na discussão a seguir.

Depois que os operadores colocam um cuboide 3D na nuvem de pontos, eles podem ajustar 
esses cuboides para se encaixarem firmemente em torno de carros usando uma variedade de 
visualizações: diretamente na nuvem de pontos 3D, em uma visão lateral com três perspectivas 
ampliadas da nuvem de pontos ao redor da caixa e, se você incluir imagens para fusão de sensores, 
diretamente na imagem 2D.

Opções de visualização adicionais que permitem aos operadores ocultar ou visualizar facilmente o 
texto do rótulo, uma malha de solo e atributos de pontos adicionais. Os operadores também podem 
escolher entre perspectivas e projeções ortogonais.

Ferramentas de rotulagem auxiliares

O Ground Truth ajuda os operadores a anotar nuvens de pontos 3D com mais rapidez e precisão 
usando ferramentas de rotulagem auxiliares de UX, machine learning e visão computacional para 
tarefas de rastreamento de objetos da nuvem de pontos 3D. As seguintes ferramentas de rotulagem 
auxiliares estão disponíveis para este tipo de tarefa:

• Preenchimento automático de rótulos – quando um operador adiciona um cuboide a um quadro, 
um cuboide com as mesmas dimensões, orientação e posição xyz é adicionado automaticamente 
a todos os quadros na sequência.

• Interpolação de rótulos – depois que um operador rotula um único objeto em dois quadros, o 
Ground Truth usa essas anotações para interpolar o movimento desse objeto entre todos os 
quadros. A interpolação de rótulos pode ser ativada e desativada. Está ativada por padrão. Por 
exemplo, se um operador trabalhando com cinco quadros adicionar um cubóide no quadro 2, ele 
será copiado em todos os cinco quadros. Se o operador fizer ajustes no quadro 4, os quadros 2 
e 4 agora atuam como dois pontos, através dos quais uma linha é ajustada. O cuboide é então 
interpolado nos quadros 1,3 e 5.

• Gerenciamento de rótulos e atributos em massa – os operadores podem adicionar, excluir e 
renomear anotações, atributos de categorias de rótulos e atributos de quadro em massa.
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• Os operadores podem excluir manualmente as anotações de determinado objeto antes e depois 
de um quadro ou em todos os quadros. Por exemplo, um operador poderá excluir todos os 
rótulos de um objeto após o quadro 10 se esse objeto não estiver mais localizado na cena 
depois desse quadro.

• Se um operador acidentalmente excluir em massa todas as anotações de um objeto, ele poderá 
adicioná-las novamente. Por exemplo, se um operador excluir todas as anotações de um objeto 
antes do quadro 100, ele poderá adicioná-las em massa a esses quadros.

• Os operadores podem renomear um rótulo em um quadro e todos os cuboides 3D atribuídos a 
esse rótulo serão atualizados com o novo nome em todos os quadros.

• Os trabalhadores podem usar a edição em massa para adicionar ou editar atributos de categoria 
de rótulo e atributos de quadro em vários quadros.

• Encaixe – os operadores podem adicionar um cuboide em torno de um objeto e usar um atalho 
de teclado ou uma opção de menu para que a ferramenta de ajuste automático do Ground Truth 
encaixe firmemente o cuboide ao redor dos limites do objeto.

• Ajuste ao solo – depois que um operador adiciona um cuboide à cena 3D, o operador pode 
encaixar automaticamente o cuboide no solo. Por exemplo, o operador pode usar esse recurso 
para encaixar um cuboide na estrada ou na calçada na cena.

• Etiquetagem de visualização múltipla – depois que um operador adiciona um cuboide 3D à cena 
3D, um painel lateral exibe perspectivas frontal e dos dois lados para ajudar o operador a ajustar 
o cuboide firmemente ao redor do objeto. Os operadores podem anotar a nuvem de pontos 3D, o 
painel lateral e os ajustes aparecerão nas outras visualizações em tempo real.

• Fusão do sensor – se você fornecer dados para fusão do sensor, os operadores podem ajustar 
anotações nas cenas 3D e em imagens 2D, e as anotações são projetadas na outra visualização 
em tempo real. Para saber mais sobre os dados da fusão de sensores, consulte Compreender os 
sistemas de coordenadas e a fusão de sensores.

• Mesclagem automática de cuboides – os operadores poderão mesclar automaticamente dois 
cuboides em todos os quadros se determinarem que cuboides com rótulos diferentes representam 
realmente um único objeto.

• Opções de visualização – permite que os operadores ocultem ou visualizem facilmente o texto de 
rótulo, a malha de solo e os atributos de ponto adicionais, como cor ou intensidade. Os operadores 
também podem escolher entre perspectivas e projeções ortogonais.
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Formato dos dados de entrada

Você pode criar um trabalho de rastreamento de objetos 3D-2D usando a operação da API 
SageMaker, CreateLabelingJob. Para criar um trabalho de rotulagem para esse tipo de tarefa, 
você precisa do seguinte:

• Um arquivo de manifesto de entrada de sequência. Para saber como criar esse tipo de arquivo 
de manifesto, consulte Criar um manifesto de entrada de sequência da nuvem de pontos. Se 
você é um novo usuário das modalidades de rotulagem da nuvem de pontos 3D do Ground Truth, 
recomendamos que revise Formatos aceitos de dados 3D brutos.

• Especifique os seus rótulos, atributos de categoria de rótulo e de quadro e as instruções do 
operador em um arquivo de configuração da categoria de rótulo. Para obter mais informações, 
consulte Criar um arquivo de configuração de categoria de rotulagem com atributos de categoria 
de rótulo e quadro para saber como criar esse arquivo. Veja a seguir um exemplo que mostra um 
arquivo de configuração de categoria de rótulo para criar uma tarefa de rastreamento de objetos 
3D-2D.

{ 
    "document-version": "2020-03-01", 
    "categoryGlobalAttributes": [ 
        { 
            "name": "Occlusion", 
            "description": "global attribute that applies to all label categories", 
            "type": "string", 
            "enum":[ 
                "Partial", 
                "Full" 
            ] 
        } 
    ], 
    "labels":[ 
        { 
            "label": "Car", 
            "attributes": [ 
                { 
                    "name": "Type", 
                    "type": "string", 
                    "enum": [ 
                        "SUV", 
                        "Sedan" 
                    ] 
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                }  
            ] 
        }, 
        { 
            "label": "Bus", 
            "attributes": [ 
                { 
                    "name": "Size", 
                    "type": "string", 
                    "enum": [ 
                        "Large", 
                        "Medium", 
                        "Small" 
                    ] 
                } 
            ] 
        } 
    ], 
    "instructions": { 
        "shortIntroduction": "Draw a tight cuboid around objects after you select a 
 category.", 
        "fullIntroduction": "<p>Use this area to add more detailed worker 
 instructions.</p>" 
    }, 
    "annotationType": [ 
        { 
            "type": "BoundingBox" 
        }, 
        { 
            "type": "Cuboid" 
        } 
    ]
}

Note

Você precisa fornecer BoundingBox e Cuboid como annotationType no arquivo de 
configuração da categoria de rótulo para criar um trabalho de rastreamento de objetos 
3D-2D.
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Criar um trabalho de rotulagem de rastreamento de objetos da nuvem de pontos 3D-2D

É possível criar um trabalho de rotulagem de nuvem de pontos 3D-2D usando a operação de API do 
SageMaker, CreateLabelingJob. Para criar um trabalho de rotulagem para esse tipo de tarefa, 
você precisa do seguinte:

• Uma equipe de trabalho de uma força de trabalho privada ou de fornecedor. Não é possível usar o 
Amazon Mechanical Turk para trabalhos de rotulagem de nuvem de pontos 3D. Para saber como 
criar forças de trabalho e equipes de trabalho, consulte Criar e gerenciar forças de trabalho.

• Adicione uma política de CORS a um bucket do S3 que contém dados de entrada no console 
do Amazon S3. Para definir os cabeçalhos CORS necessários no bucket do S3 que contém 
suas imagens de entrada no console do S3, siga as instruções detalhadas em Requisitos para 
permissão no CORS.

• Além disso, verifique se você revisou e atendeu a Atribua permissões do IAM para usar o Ground 
Truth.

Para saber como criar um trabalho de rotulagem usando a API, consulte as seções a seguir.

Criar um trabalho de rotulagem (API)

Esta seção aborda detalhes que você precisa saber quando criar um trabalho de rastreamento 
3D-2D usando a operação CreateLabelingJob de API do SageMaker. Essa API define essa 
operação para todos os AWS SDKs. Para ver uma lista de SDKs específicos de linguagem 
compatíveis com essa operação, revise a seção Consulte também do CreateLabelingJob.

Criar um trabalho de rotulagem (API) fornece uma visão geral da operação CreateLabelingJob. 
Siga estas instruções e faça o seguinte enquanto configura a solicitação:

• É necessário inserir um ARN para HumanTaskUiArn. Use
arn:aws:sagemaker:<region>:394669845002:human-task-ui/
PointCloudObjectTracking. Substitua <region> pela região AWS na qual você está criando 
o trabalho de rotulagem.

Não deve haver uma entrada para o parâmetro UiTemplateS3Uri.

• O LabelAttributeName deve terminar em -ref. Por exemplo, ot-labels-ref.

• O arquivo de manifesto de entrada deve ser um arquivo de manifesto de sequência de quadros 
da nuvem de pontos. Para obter mais informações, consulte Criar um manifesto de entrada de 
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sequência da nuvem de pontos. É preciso fornecer também um arquivo de configuração da 
categoria de rótulo, conforme mencionado acima.

• É necessário fornecer ARNs predefinidos para as funções do Lambda de pré-anotação e pós-
anotação (ACS). Esses ARNs são específicos da região da AWS usada para criar o trabalho de 
rotulagem.

• Para localizar o ARN de pré-anotação do Lambda, consulte PreHumanTaskLambdaArn. Use 
a região em que você está criando o trabalho de rotulagem para encontrar o ARN correto que 
termina com PRE-3DPointCloudObjectTracking.

• Para localizar o ARN de pós-anotação do Lambda, consulte
AnnotationConsolidationLambdaArn. Use a região em que você está 
criando o trabalho de rotulagem para encontrar o ARN correto que termina com
ACS-3DPointCloudObjectTracking.

• O número de operadores especificado em NumberOfHumanWorkersPerDataObject deve ser
1.

• A rotulagem automatizada de dados não é compatível com trabalhos de rotulagem 
de nuvem de pontos 3D. Você não deve especificar valores para parâmetros em
LabelingJobAlgorithmsConfig.

• Os trabalhos de rotulagem de rastreamento de objetos 3D-2D podem levar várias horas para 
serem concluídos. É possível especificar um limite de tempo mais longo para esses trabalhos de 
rotulagem em TaskTimeLimitInSeconds (até 7 dias ou 604.800 segundos).

Note

Depois de criar com sucesso um trabalho de rastreamento de objetos 3D-2D, ele aparece no 
console sob tarefas de rotulagem. O tipo de tarefa do trabalho é exibido como Rastreamento 
de objetos da nuvem de pontos.

Dados de saída

Ao criar um trabalho de rotulagem de rastreamento de objetos 3D-2D, as tarefas são enviadas aos 
operadores. Quando esses operadores concluem suas tarefas, suas anotações são gravadas no 
bucket do Amazon S3 especificado durante a criação do trabalho de rotulagem. O formato dos 
dados de saída determina o que você vê no bucket do Amazon S3 quando o status do trabalho de 
rotulagem (LabelingJobStatus) é Completed.
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Se você for um usuário novo do Ground Truth, consulte Dados de saída para saber mais sobre o 
formato dos dados de saída do Ground Truth. Para saber mais sobre o formato dos dados de saída 
de rastreamento de objeto de nuvem de pontos 3D-2D, consulte Ponto de rastreamento de objetos 
3D-2D Saída de rastreamento de objetos na nuvem.

Visão geral dos trabalhos de rotulagem de nuvem de pontos 3D

Fornece uma visão geral dos atributos exclusivos de um trabalho de rotulagem de nuvem de pontos 
3D do Ground Truth. É possível usar os trabalhos de rotulagem de nuvem de pontos 3D para que 
os operadores rotulem objetos em uma nuvem de pontos 3D gerada a partir de sensores 3D, como 
LiDAR e câmeras de profundidade, ou gerada a partir da reconstrução 3D, combinando imagens 
capturadas por um atendente como um drone.

Tempo de pré-processamento do trabalho

Ao criar um trabalho de rotulagem de nuvem de pontos 3D, é necessário fornecer um arquivo 
manifesto de entrada. O arquivo de manifesto de entrada pode ser:

• Um arquivo manifesto de entrada de quadro que tenha um quadro de nuvem de pontos único em 
cada linha.

• Um arquivo manifesto de entrada de sequência que tenha uma única sequência em cada linha. 
Uma sequência é definida como uma série temporal de quadros de nuvem de pontos.

Para ambos os tipos de arquivos manifesto, o tempo de pré-processamento do trabalho (ou seja, 
o tempo antes que o Ground Truth inicie o envio de tarefas para os operadores) depende do 
número total e do tamanho dos quadros da nuvem de pontos fornecidos no arquivo manifesto de 
entrada. Para arquivos de manifesto de entrada de quadro, esse é o número de linhas no arquivo 
de manifesto. Para arquivos de manifesto de sequência, esse é o número de quadros em cada 
sequência multiplicado pelo número total de sequências, ou linhas, no arquivo de manifesto.

Além disso, o número de pontos por nuvem de pontos e o número de objetos de dados do 
sensor fundidos (como imagens) são fatores considerados nos tempos de pré-processamento do 
trabalho. Em média, o Ground Truth pode pré-processar 200 quadros de nuvem de pontos em 
aproximadamente cinco minutos. Se você criar um trabalho de rotulagem de nuvem de pontos 3D 
com um grande número de quadros de nuvem de pontos, talvez os tempos de pré-processamento 
de trabalhos sejam mais longos. Por exemplo, se você criar um arquivo de manifesto de entrada 
de sequência com sequências de nuvem de quatro pontos e cada sequência contiver nuvens de 
200 pontos, o Ground Truth pré-processará nuvens de 800 pontos e, portanto, o tempo de pré-
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processamento do trabalho poderá ser de aproximadamente 20 minutos. Durante esse tempo, o 
status do trabalho de rotulagem será InProgress.

Enquanto o trabalho de rotulagem da nuvem de pontos 3D está sendo pré-processado, você recebe 
mensagens do CloudWatch notificando o status do seu trabalho. Para identificar essas mensagens, 
procure 3D_POINT_CLOUD_PROCESSING_STATUS nos logs do trabalho de rotulagem.

Para arquivos manifesto de entrada de quadro, os logs do CloudWatch terão uma mensagem 
semelhante à seguinte:

{ 
    "labeling-job-name": "example-point-cloud-labeling-job", 
    "event-name": "3D_POINT_CLOUD_PROCESSING_STATUS", 
    "event-log-message": "datasetObjectId from: 0 to 10, status: IN_PROGRESS"
}

A mensagem de log de eventos, datasetObjectId from: 0 to 10, status: IN_PROGRESS, 
identifica o número de quadros do manifesto de entrada que foram processados. Você receberá uma 
nova mensagem sempre que um quadro tiver sido processado. Por exemplo, depois de um único 
quadro ser processado, você receberá outra mensagem que diz datasetObjectId from: 1 to 
10, status: IN_PROGRESS.

Para arquivos manifesto de entrada de sequência, os logs do CloudWatch terão uma mensagem 
semelhante à seguinte:

{ 
    "labeling-job-name": "example-point-cloud-labeling-job", 
    "event-name": "3D_POINT_CLOUD_PROCESSING_STATUS", 
    "event-log-message": "datasetObjectId: 0, status: IN_PROGRESS"
}

A mensagem do log de eventos, datasetObjectId from: 0, status: IN_PROGRESS, 
identifica o número de sequências do manifesto de entrada que foram processadas. Você receberá 
uma nova mensagem sempre que uma sequência tiver sido processada. Por exemplo, depois de 
uma única sequência ser processada, você receberá uma mensagem que diz datasetObjectId 
from: 1, status: IN_PROGRESS à medida que a próxima sequência começa a ser processada.

Tempos de conclusão do trabalho

Os operadores podem levar horas para concluir os trabalhos de rotulagem de nuvem de pontos 3D. 
É possível definir a quantidade total de tempo que os operadores podem trabalhar em cada tarefa 
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ao criar um trabalho de rotulagem. O tempo máximo que você pode definir para que os operadores 
trabalhem em tarefas é de sete dias. O valor padrão é de três dias.

É altamente recomendável que você crie tarefas que os operadores possam concluir em até 12 
horas. Os operadores devem manter a interface do usuário do operador aberta ao trabalhar em uma 
tarefa. Eles podem salvar o trabalho à medida que o realizam e o Ground Truth salvará o trabalho a 
cada 15 minutos.

Quando usar a operação de API CreateLabelingJob do SageMaker, defina o tempo total que 
uma tarefa está disponível para os operadores no parâmetro TaskTimeLimitInSeconds de
HumanTaskConfig.

Ao criar um trabalho de rotulagem no console, é possível especificar esse limite de tempo ao 
selecionar o tipo de força de trabalho e a equipe de trabalho.

Forças de trabalho

Ao criar um trabalho de rotulagem de nuvem de pontos 3D, é necessário especificar uma equipe 
de trabalho que concluirá as tarefas de anotação da nuvem de pontos. É possível escolher uma 
equipe de trabalho de uma força de trabalho privada de seus próprios operadores ou de uma força 
de trabalho de fornecedores escolhida no AWS Marketplace. Não é possível usar a força de trabalho 
do Amazon Mechanical Turk para trabalhos de rotulagem de nuvem de pontos 3D.

Para saber mais sobre a força de trabalho de fornecedores, consulte Gerenciar forças de trabalho de 
fornecedores.

Para saber como criar e gerenciar uma força de trabalho privada, consulte Usar uma força de 
trabalho privada.

Interface do usuário (UI) do operador

O Ground Truth fornece uma interface do usuário (UI) do operador, ferramentas e atributos de 
rotulagem auxiliares para ajudar os operadores a concluírem as tarefas de rotulagem de nuvem de 
pontos 3D.

É possível visualizar a interface do usuário do operador ao criar um trabalho de rotulagem no 
console.

Quando você criar um trabalho de rotulagem usando a operação de API CreateLabelingJob, 
é necessário inserir um ARN fornecido pelo Ground Truth no parâmetro HumanTaskUiArn
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para especificar a interface do usuário do operador para o tipo de tarefa. Você pode usar
HumanTaskUiArn com a operação de API RenderUiTemplate do SageMaker para pré-visualizar 
a UI do operador.

Forneça instruções de trabalho, rótulos e, opcionalmente, atributos de categoria de rótulo que são 
exibidos na interface do usuário do operador.

Atributos da categoria do rótulo

Quando cria um trabalho de rastreamento de objetos da nuvem de pontos 3D ou de rotulagem de 
detecção de objetos, é possível adicionar um ou mais atributos de categoria de rótulo. Você pode 
adicionar atributos de quadro a todos os tipos de tarefas de nuvem de pontos 3D:

• Atributo de categoria de rótulo – Uma lista de opções (strings), uma caixa de texto de forma livre 
ou um campo numérico associado a um ou mais rótulos. É usado pelos operadores para fornecer 
metadados sobre um rótulo.

• Atributo de quadro — Uma lista de opções (strings), uma caixa de texto de forma livre ou um 
campo numérico que aparece em cada quadro de nuvem de pontos que um operador é enviado 
para anotar. É usado pelos operadores para fornecer metadados sobre quadros.

Além disso, você pode usar atributos de rótulo e quadro para que os operadores verifiquem os 
rótulos em um trabalho de verificação do rótulo de nuvem de pontos 3D.

Use as seções a seguir para saber mais sobre esses atributos. Para saber como adicionar atributos 
de categoria de rótulo e quadro a um trabalho de rotulagem, use a seção Criar trabalho de rotulagem
na página de tipos de tarefa de sua escolha.

Atributos da categoria do rótulo

Adicione atributos de categoria de rótulo aos rótulos para permitir que os operadores forneçam mais 
informações sobre as anotações que eles criam. Um atributo de categoria de rótulo é adicionado a 
um rótulo individual ou a todos os rótulos. Quando um atributo de categoria de rótulo é aplicado a 
todos os rótulos, ele é chamado de atributo de categoria de rótulo global.

Por exemplo, se você adicionar a categoria de rótulo carro, também pode querer capturar dados 
adicionais sobre os carros rotulados, como, por exemplo, se eles estão obstruídos ou o tamanho do 
carro. É possível capturar esses metadados usando atributos de categoria de rótulo. Neste exemplo, 
se você adicionou o atributo obstruído à categoria de rótulo de carro, é possível atribuir parcial,
completamente, não ao atributo obstruído, e os operadores poderão selecionar uma dessas opções.
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Quando você cria um trabalho de verificação de rótulos, adiciona atributos de categoria de rótulos a 
cada rótulo que deseja que os operadores verifiquem.

Atributos de quadro

Adicione atributos de quadro para permitir que os operadores forneçam mais informações sobre 
quadros de nuvem de pontos. Você pode especificar até 10 atributos de quadro, e esses atributos 
aparecerão em todos os quadros.

Por exemplo, você pode adicionar um atributo de quadro que permita que os operadores insiram um 
número. Talvez você queira usar esse atributo para que os operadores identifiquem o número de 
objetos que veem em um determinado quadro.

Em outro exemplo, talvez você queira fornecer uma caixa de texto de formato livre para permitir que 
os operadores deem uma resposta de formato livre a uma pergunta.

Quando cria uma tarefa de verificação de rótulos, você pode adicionar um ou mais atributos de 
quadro para pedir que os operadores forneçam feedback sobre todos os rótulos em um quadro de 
nuvem de pontos.

Instruções do operador

É possível fornecer instruções de operador para ajudar os operadores a concluírem as tarefas de 
rotulagem de nuvem de pontos. Você pode querer usar essas instruções para o seguinte:

• Melhores práticas e fatores a evitar ao anotar objetos.

• Explicação dos atributos de categoria de rótulo fornecidos (para tarefas de detecção de objetos e 
de rastreamento de objetos) e como usá-los.

• Sugestões sobre como economizar tempo durante a rotulagem usando atalhos de teclado.

É possível adicionar as instruções de operador usando o console do SageMaker ao criar um 
trabalho de rotulagem. Se você criar um trabalho de rotulagem usando a operação de API
CreateLabelingJob, especifique as instruções de operador no arquivo de configuração da 
categoria de rótulo.

Além das suas instruções, o Ground Truth fornece um link para ajudar os operadores a navegar e 
usar o portal do operador. Visualize essas instruções selecionando o tipo de tarefa em Instruções do 
operador.
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Recusando tarefas

Os operadores podem recusar tarefas.

Os operadores recusam uma tarefa se as instruções não estiverem claras, os dados de entrada não 
estiverem sendo exibidos corretamente ou se encontrarem algum outro problema com a tarefa. Se o 
número de workers por objeto do conjunto de dados (NumberOfHumanWorkersPerDataObject) 
recusar a tarefa, o objeto de dados será marcado como expirado e não será enviado para 
operadores adicionais.

Requisitos de permissão do trabalho de rotulagem de nuvem de pontos 3D

Ao criar um trabalho de rotulagem de nuvem de pontos 3D, além dos requisitos de permissão 
encontrados em Atribua permissões do IAM para usar o Ground Truth, é necessário adicionar uma 
política de CORS ao bucket do S3 que contenha o arquivo manifesto de entrada.

Adicionar uma política de permissão de CORS ao bucket do S3

Ao criar um trabalho de rotulagem de nuvem de pontos 3D, especifique buckets no S3 onde os 
dados de entrada e o arquivo de manifesto estão localizados e onde os dados de saída serão 
armazenados. Esses buckets podem ser os mesmos. É necessário anexar a seguinte política de 
compartilhamento de recursos de origem cruzada (CORS) aos buckets de entrada e saída. Se você 
usar o console do Amazon S3 para adicionar a política ao bucket, deverá usar o formato JSON.

JSON

[ 
        { 
            "AllowedHeaders": [ 
                "*" 
            ], 
            "AllowedMethods": [ 
                "GET", 
                "HEAD", 
                "PUT" 
            ], 
            "AllowedOrigins": [ 
                "*" 
            ], 
            "ExposeHeaders": [ 
                "Access-Control-Allow-Origin" 
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            ], 
            "MaxAgeSeconds": 3000 
        } 
    ]

XML

<?xml version="1.0" encoding="UTF-8"?> 
    <CORSConfiguration xmlns="http://s3.amazonaws.com/doc/2006-03-01/"> 
    <CORSRule> 
        <AllowedOrigin>*</AllowedOrigin> 
        <AllowedMethod>GET</AllowedMethod> 
        <AllowedMethod>HEAD</AllowedMethod> 
        <AllowedMethod>PUT</AllowedMethod> 
        <MaxAgeSeconds>3000</MaxAgeSeconds> 
        <ExposeHeader>Access-Control-Allow-Origin</ExposeHeader> 
        <AllowedHeader>*</AllowedHeader> 
    </CORSRule> 
    </CORSConfiguration>

Para saber como adicionar uma política de CORS a um bucket do S3, consulte Como adicionar 
compartilhamento de recursos entre domínios com CORS? no Guia do usuário do Amazon Simple 
Storage Service.

Instruções do operador

Este tópico fornece uma visão geral do portal do operador do Ground Truth e das ferramentas 
disponíveis para concluir a tarefa de rotulagem de nuvem de pontos 3D. Primeiro, selecione o tipo de 
tarefa na qual você está trabalhando em Tópicos.

Para trabalhos de ajuste, selecione o tipo de tarefa de trabalho de rotulagem original que produziu os 
rótulos que você está ajustando. Revise e ajuste os rótulos na tarefa conforme necessário.

Important

É recomendável que você conclua a tarefa usando um navegador Google Chrome ou Firefox.

Tópicos

• Segmentação semântica da nuvem de pontos 3D
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• Detecção de objetos de nuvem de pontos 3D

• Rastreamento de objetos de nuvem de pontos 3D

Segmentação semântica da nuvem de pontos 3D

Use esta página para se familiarizar com a interface do usuário e as ferramentas disponíveis para 
concluir a tarefa de segmentação semântica de nuvem de pontos 3D.

Tópicos

• Sua tarefa

• Navegue pela interface do usuário

• Guia de ícones

• Atalhos

• Liberar, interromper, retomar e recusar tarefas

• Salvar e enviar seu trabalho

Sua tarefa

Quando você trabalha em uma tarefa de segmentação de semântica de nuvem de pontos 3D, é 
necessário selecionar uma categoria no menu Anotações no lado direito do portal do operador 
usando o menu suspenso Categorias de rótulo. Depois de selecionar uma categoria, use as 
ferramentas de pincel e polígono para pintar cada objeto na nuvem de pontos 3D à qual essa 
categoria se aplica. Por exemplo, se você selecionar a categoria Carro, essas ferramentas seriam 
usadas para pintar todos os carros na nuvem de pontos. O vídeo a seguir demonstra como usar a 
ferramenta de pincel para pintar um objeto.

Se você vir uma ou mais imagens no portal do operador, poderá pintar as imagens ou pintar na 
nuvem de pontos 3D e a pintura aparecerá na outra média.

Você pode ver os atributos de quadro no menu Rótulos. Use essas solicitações de atributos para 
inserir informações adicionais sobre a nuvem de pontos.
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Important

Se você vir que os objetos já foram pintados ao abrir a tarefa, ajuste essas anotações.

O vídeo a seguir inclui uma imagem que pode ser anotada. Talvez você não veja uma imagem na 
tarefa.
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Depois de pintar um ou mais objetos usando uma categoria de rótulo, você poderá selecionar essa 
categoria no menu Categorias de rótulo à direita para visualizar apenas os pontos pintados para 
essa categoria.
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Navegue pela interface do usuário

É possível navegar na cena 3D usando o teclado e o mouse. É possível:

• Clique duas vezes em objetos específicos na nuvem de pontos para ampliá-los.

• Use o botão de deslocação do mouse ou o trackpad para ampliar e reduzir a nuvem de pontos.

• Use as teclas de seta do teclado e as teclas Q, E, A e D para mover para cima, para baixo, para a 
esquerda e para a direita. Use as teclas W e S do teclado para ampliar e diminuir o zoom.

O vídeo a seguir demonstra movimentos em torno da nuvem de pontos 3D e na visualização lateral. 
É possível ocultar e expandir novamente todas as visualizações laterais usando o ícone de tela 
cheia. Nesse GIF, as visualizações laterais e os menus foram recolhidos.

Quando você estiver na interface do usuário do operador, você verá os seguintes menus:

• Instruções – revise essas instruções antes de iniciar a tarefa.

• Atalhos – use esse menu para visualizar atalhos de teclado que podem ser usados para navegar 
na nuvem de pontos e usar as ferramentas de anotação fornecidas.
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• Visualizar – use esse menu para ativar e desativar diferentes opções de visualização. Por 
exemplo, é possível usar esse menu para adicionar uma malha de solo à nuvem de pontos e 
escolher a projeção da nuvem de pontos.

• Nuvem de pontos 3D – use esse menu para adicionar outros atributos aos pontos na nuvem de 
pontos, como cor e intensidade de pixels. Observe que algumas ou todas essas opções podem 
não estar disponíveis.

• Pintar – use esse menu para modificar a funcionalidade do pincel.

Ao abrir uma tarefa, o ícone de mover cena está ativado e você pode se mover pela nuvem de 
pontos usando o mouse e os botões de navegação na área de nuvem de pontos da tela. Para 
retornar à visualização original exibida ao abrir a tarefa pela primeira vez, selecione o ícone de 
redefinir cena.

Depois de selecionar o ícone de pintura, você poderá adicionar tinta à nuvem de pontos e às 
imagens (se incluídas). Selecione o ícone de mover cena novamente caso queira mover para outra 
área na nuvem de pontos 3D ou na imagem.

Para recolher todos os painéis à direita e exibir a nuvem de pontos 3D em tela cheia, selecione o 
ícone de tela cheia.

Para as imagens da câmera e painéis laterais, você tem as seguintes opções de visualização:

• C – visualize o ângulo da câmera na visualização da nuvem de pontos.

• F – visualize o volume, ou campo de visão, da câmera usada para capturar essa imagem na 
visualização da nuvem de pontos.

• P – visualize a nuvem de pontos sobreposta na imagem.

Guia de ícones

Use essa tabela para saber mais sobre os ícones disponíveis no portal de tarefas do operador.

Ícone Name (Nome) Descrição

brush Selecione esse ícone para ativar a ferramenta de pincel. 
Para usar essa ferramenta, selecione e mova o mouse 
sobre os objetos que você deseja pintar. Após selecioná 
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Ícone Name (Nome) Descrição

-la, tudo o que você pintar será associado à categoria 
escolhida.

polígono Selecione esse ícone para usar a ferramenta de pintura 
de polígono. Use essa ferramenta para desenhar 
polígonos em torno dos objetos que você deseja pintar. 
Após selecioná-la, tudo o que estiver dentro do polígono 
desenhado será associado à categoria escolhida.

redefinir cena Selecione esse ícone para redefinir a visualização da 
nuvem de pontos, painéis laterais e, se aplicável, todas 
as imagens para a posição original de quando a tarefa foi 
aberta pela primeira vez.

mover cena Selecione esse ícone para mover a cena. Por padrão, 
esse ícone será selecionado quando você iniciar uma 
tarefa pela primeira vez.

tela cheia Selecione esse ícone para colocar a visualização de 
nuvem de pontos 3D em tela cheia e para recolher todos 
os painéis laterais.
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Ícone Name (Nome) Descrição

régua Use esse ícone para medir distâncias, em metros, 
na nuvem de pontos. Talvez você queira usar essa 
ferramenta se as instruções solicitarem que você anote 
todos os objetos a uma determinada distância do centro 
do cuboide ou do objeto usado para capturar dados.

Ao selecionar esse ícone, você pode colocar o ponto de 
partida (primeiro marcador) em qualquer lugar na nuvem 
de pontos selecionando-o com o mouse. A ferramenta 
usará automaticamente a interpolação para colocar um 
marcador no ponto mais próximo dentro da distância-
limite do local selecionado, caso contrário, o marcador 
será colocado no solo. Se você colocar um ponto de 
partida por engano, poderá usar a tecla Esc para reverter 
o posicionamento do marcador.

Depois de colocar o primeiro marcador, você vê uma 
linha pontilhada e um rótulo dinâmico que indica a 
distância que você se afastou do primeiro marcador. 
Clique em outro lugar na nuvem de pontos para colocar 
um segundo marcador. Quando você coloca o segundo 
marcador, a linha pontilhada se torna sólida (contínua) e 
a distância é definida.

Depois de definir uma distância, você pode editá-la 
selecionando um dos marcadores. Você pode excluir 
uma régua selecionando qualquer lugar na régua e 
usando a tecla Excluir no teclado.

Atalhos

Os atalhos listados no menu Atalhos podem ajudar a navegar na nuvem de pontos 3D e usar a 
ferramenta de pintura.

Antes de começar a tarefa, recomendamos que você revise o menu Atalhos e se familiarize com 
esses comandos.
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Liberar, interromper, retomar e recusar tarefas

Quando você abre a tarefa de rotulagem, três botões no canto superior direito permitem recusar 
a tarefa (Recusar tarefa), liberá-la (Liberar tarefa) e interrompê-la e retomá-la posteriormente 
(Interromper e retomar mais tarde). A lista a seguir descreve o que acontece quando você seleciona 
uma dessas opções:

• Recusar tarefa: você só deve recusar uma tarefa se algo estiver errado com a tarefa, como um 
problema com a nuvem de pontos 3D, imagens ou a interface do usuário. Se você recusar uma 
tarefa, não poderá retornar à tarefa.

• Liberar tarefa: Se você liberar uma tarefa, perderá todo o trabalho realizado nessa tarefa. 
Quando a tarefa é liberada, outros funcionários da sua equipe podem retomá-la. Se um número 
suficiente de operadores realizar a tarefa, talvez você não consiga retornar a ela. Quando você 
seleciona esse botão e, em seguida, seleciona Confirmar, você retorna ao portal do operador. Se 
a tarefa ainda estiver disponível, o status será Disponível. Se outros operadores a pegarem, ela 
desaparecerá do seu portal.

• Interromper e retomar mais tarde: você pode usar o botão Interromper e retomar mais tarde para 
interromper o trabalho e retornar à tarefa posteriormente. Você deve usar o botão Salvar para 
salvar o trabalho antes de selecionar Interromper e retomar mais tarde. Ao selecionar esse botão 
e, em seguida, selecionar Confirmar, você retorna ao portal do operador e o status da tarefa é
Parado. Você pode selecionar a mesma tarefa para continuar trabalhando nela.

Esteja ciente de que a pessoa que cria as tarefas de rotulagem especifica um limite de tempo no 
qual todas as tarefas devem ser concluídas. Se você não retornar e concluir essa tarefa dentro 
desse prazo, ela expirará e o trabalho não será enviado. Entre em contato com o administrador da 
conta para obter mais informações.

Salvar e enviar seu trabalho

Você deve salvar seu trabalho periodicamente. O Ground Truth salvará automaticamente seu 
trabalho a cada 15 minutos.

Ao abrir uma tarefa, é necessário concluir o trabalho nela antes de pressionar Enviar.

Detecção de objetos de nuvem de pontos 3D

Use esta página para se familiarizar com a interface de usuário e as ferramentas disponíveis para 
concluir sua tarefa de detecção de objetos em nuvem de pontos 3D.

Rotular nuvens de pontos 3D 1507



Amazon SageMaker Guia do Desenvolvedor

Tópicos

• Sua tarefa

• Navegue pela interface do usuário

• Guia de ícones

• Atalhos

• Liberar, interromper, retomar e recusar tarefas

• Salvar e enviar seu trabalho

Sua tarefa

Quando você trabalha em uma tarefa de detecção de objetos de nuvem de pontos 3D, é necessário 
selecionar uma categoria no menu Anotações no lado direito do portal do operador usando o menu
Categorias de rótulo. Depois de escolher uma categoria, use as ferramentas de adicionar cuboide 
e ajustar cuboide para ajustar um cuboide em torno de objetos na nuvem de pontos 3D à qual essa 
categoria se aplica. Após colocar um cuboide, é possível modificar suas dimensões, localização e 
orientação diretamente na nuvem de pontos e nos três painéis exibidos à direita.

Se você vir uma ou mais imagens no portal do operador, também poderá modificar cuboides nas 
imagens ou na nuvem de pontos 3D e as edições serão exibidas na outra média.

Se você vir que os cuboides já foram adicionados à nuvem de pontos 3D ao abrir a tarefa, ajuste 
esses cuboides e adicione cuboides adicionais conforme necessário.

Para editar um cuboide, incluindo mover, reorientar e alterar dimensões do cuboide, use teclas de 
atalho. Você pode ver uma lista completa das teclas de atalho no menu Atalhos na interface do 
usuário. Veja a seguir importantes combinações de chaves com as quais você deve se familiarizar 
antes de iniciar a tarefa de rotulagem.

Comando do Mac Comando do Windows Ação

Cmd + arrastar Ctrl + arrastar Modifique as dimensões do 
cuboide.

Opção + arrastar Alt + arrastar Mova o cuboide.

Shift + arrastar Shift + arrastar Gire o cuboide.

Rotular nuvens de pontos 3D 1508



Amazon SageMaker Guia do Desenvolvedor

Comando do Mac Comando do Windows Ação

Option + O Alt + O Ajuste firmemente o cuboide 
em torno dos pontos ao redor 
dos quais ele foi desenhado 
. Antes de usar a opção, 
o cuboide deve rodear 
completamente o objeto de 
interesse.

Option + G Alt + G Coloque o cuboide no solo.

Rótulos individuais podem ter um ou mais atributos de rótulo. Se um rótulo tiver um atributo de rótulo 
associado a ele, ele aparecerá quando você selecionar a seta apontando para baixo ao lado do 
rótulo no menu ID do rótulo. Preencha os valores necessários para todos os atributos de rótulo.

Você pode ver os atributos de quadro no menu Rótulos. Use essas solicitações de atributos para 
inserir informações adicionais sobre cada quadro.
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Navegue pela interface do usuário

É possível navegar na cena 3D usando o teclado e o mouse. É possível:

• Clique duas vezes em objetos específicos na nuvem de pontos para ampliá-los.

• Você pode usar as teclas [e] do teclado para ampliar e passar de um rótulo para outro. Se nenhum 
rótulo for selecionado, quando você selecionar [ou], a interface do usuário ampliará o primeiro 
rótulo na lista de ID do rótulo.

• Use o botão de deslocação do mouse ou o trackpad para ampliar e reduzir a nuvem de pontos.

• Use as teclas de seta do teclado e as teclas Q, E, A e D para mover para cima, para baixo, para a 
esquerda e para a direita. Use as teclas W e S do teclado para ampliar e diminuir o zoom.

Depois de colocar um cuboide na cena 3D, uma visualização lateral aparecerá com três 
visualizações projetadas: superior, lateral e traseira. Essas visualizações laterais mostram pontos 
dentro e ao redor do cuboide posicionado e ajudam os operadores a refinar os limites de cuboides 
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nessa área. Os operadores podem ampliar e reduzir o zoom de cada uma dessas visualizações 
laterais usando o mouse.

O vídeo a seguir demonstra movimentos em torno da nuvem de pontos 3D e na visualização lateral.

Quando você estiver na interface do usuário do operador, você verá os seguintes menus:

• Instruções – revise essas instruções antes de iniciar a tarefa.

• Atalhos – use esse menu para visualizar atalhos de teclado que podem ser usados para navegar 
na nuvem de pontos e usar as ferramentas de anotação fornecidas.

• Rótulo – use esse menu para modificar um cuboide. Primeiro, selecione um cuboide e, depois, 
escolha uma opção desse menu. Esse menu inclui ferramentas de rotulagem auxiliares, como 
colocar um cuboide no solo e ajustar automaticamente o cuboide aos limites do objeto.

• Visualizar – use esse menu para ativar e desativar diferentes opções de visualização. Por 
exemplo, é possível usar esse menu para adicionar uma malha de solo à nuvem de pontos e 
escolher a projeção da nuvem de pontos.

• Nuvem de pontos 3D – use esse menu para adicionar outros atributos aos pontos na nuvem 
de pontos, como cor e intensidade de pixels. Observe que essas opções podem não estar 
disponíveis.
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Ao abrir uma tarefa, o ícone de mover cena está ativado e você pode se mover pela nuvem de 
pontos usando o mouse e os botões de navegação na área de nuvem de pontos da tela. Para 
retornar à visualização original exibida ao abrir a tarefa pela primeira vez, selecione o ícone de 
redefinir cena. A redefinição da visualização não modificará suas anotações.

Após selecionar o ícone de adicionar cuboide, é possível adicionar cuboides à visualização de 
nuvem de pontos 3D. Após adicionar um cuboide, é possível ajustá-lo nas três visualizações 
(superior, lateral e frontal) e nas imagens (se incluídas).

Selecione o ícone de mover cena novamente caso queira mover para outra área na nuvem de 
pontos 3D ou na imagem.

Para recolher todos os painéis à direita e exibir a nuvem de pontos 3D em tela cheia, selecione o 
ícone de tela cheia.

Se as imagens da câmera estiverem incluídas, você poderá ter as seguintes opções de visualização:

• C – visualize o ângulo da câmera na visualização da nuvem de pontos.

• F – visualize o volume, ou campo de visão, da câmera usada para capturar essa imagem na 
visualização da nuvem de pontos.

• P – visualize a nuvem de pontos sobreposta na imagem.

• B – visualize cuboides na imagem.
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O vídeo a seguir demonstra como usar essas opções de visualização. A opção F é usada para 
visualizar o campo de visualização da câmera (a área cinza), a opção C mostra a direção da câmera 
e o ângulo da câmera (linhas azuis), e a opção B é usada para visualizar o cuboide.

Guia de ícones

Use essa tabela para saber mais sobre os ícones exibidos no portal de tarefas do operador.

Ícone   Descrição

adicionar 
cuboide

Selecione esse ícone para adicionar um cuboide. Cada 
cuboide adicionado está associado à categoria escolhida.

editar cuboide Selecione esse ícone para editar um cuboide. Após 
adicionar um cuboide, é possível editar suas dimensões 
, localização e orientação. Depois que um cuboide é 
adicionado, ele muda automaticamente para editar o 
modo cuboide.

ruler Use esse ícone para medir distâncias, em metros, 
na nuvem de pontos. Talvez você queira usar essa 
ferramenta se as instruções solicitarem que você anote 
todos os objetos a uma determinada distância do centro 
do cuboide ou do objeto usado para capturar dados.
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Ícone   Descrição

Ao selecionar esse ícone, você pode colocar o ponto de 
partida (primeiro marcador) em qualquer lugar na nuvem 
de pontos selecionando-o com o mouse. A ferramenta 
usará automaticamente a interpolação para colocar um 
marcador no ponto mais próximo dentro da distância-
limite do local selecionado, caso contrário, o marcador 
será colocado no solo. Se você colocar um ponto de 
partida por engano, poderá usar a tecla Esc para reverter 
o posicionamento do marcador.

Depois de colocar o primeiro marcador, você vê uma 
linha pontilhada e um rótulo dinâmico que indica a 
distância que você se afastou do primeiro marcador. 
Clique em outro lugar na nuvem de pontos para colocar 
um segundo marcador. Quando você coloca o segundo 
marcador, a linha pontilhada se torna sólida (contínua) e 
a distância é definida.

Depois de definir uma distância, você pode editá-la 
selecionando um dos marcadores. Você pode excluir 
uma régua selecionando qualquer lugar na régua e 
usando a tecla Excluir no teclado.

redefinir cena Selecione esse ícone para redefinir a visualização da 
nuvem de pontos, painéis laterais e, se aplicável, todas 
as imagens para a posição original de quando a tarefa foi 
aberta pela primeira vez.

mover cena Selecione esse ícone para mover a cena. Por padrão, 
esse ícone é selecionado quando você inicia uma tarefa 
pela primeira vez.

tela cheia Selecione esse ícone para colocar a visualização de 
nuvem de pontos 3D em tela cheia e para recolher todos 
os painéis laterais.
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Ícone   Descrição

mostrar rótulos Mostre rótulos na visualização de nuvem de pontos 3D e, 
se aplicável, nas imagens.

ocultar rótulos Oculte rótulos na visualização de nuvem de pontos 3D e, 
se aplicável, nas imagens.

excluir rótulos Exclua um rótulo.

Atalhos

Os atalhos listados no menu Atalhos podem ajudar a navegar pela nuvem de pontos 3D e usar 
ferramentas para adicionar e editar cuboides.

Antes de começar a tarefa, recomendamos que você revise o menu Atalhos e se familiarize com 
esses comandos. É necessário usar alguns dos controles de cuboides 3D para editar o cuboide.

Liberar, interromper, retomar e recusar tarefas

Quando você abre a tarefa de rotulagem, três botões no canto superior direito permitem recusar 
a tarefa (Recusar tarefa), liberá-la (Liberar tarefa) e interrompê-la e retomá-la posteriormente 
(Interromper e retomar mais tarde). A lista a seguir descreve o que acontece quando você seleciona 
uma dessas opções:

• Recusar tarefa: você só deve recusar uma tarefa se algo estiver errado com a tarefa, como um 
problema com a nuvem de pontos 3D, imagens ou a interface do usuário. Se você recusar uma 
tarefa, não poderá retornar à tarefa.

• Liberar tarefa: Se você liberar uma tarefa, perderá todo o trabalho realizado nessa tarefa. 
Quando a tarefa é liberada, outros funcionários da sua equipe podem retomá-la. Se um número 
suficiente de operadores realizar a tarefa, talvez você não consiga retornar a ela. Quando você 
seleciona esse botão e, em seguida, seleciona Confirmar, você retorna ao portal do operador. Se 
a tarefa ainda estiver disponível, o status será Disponível. Se outros operadores o pegarem, ele 
desaparecerá do seu portal.

• Interromper e retomar mais tarde: você pode usar o botão Interromper e retomar mais tarde para 
interromper o trabalho e retornar à tarefa posteriormente. Você deve usar o botão Salvar para 
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salvar o trabalho antes de selecionar Interromper e retomar mais tarde. Ao selecionar esse botão 
e, em seguida, selecionar Confirmar, você retorna ao portal do operador e o status da tarefa é
Parado. Você pode selecionar a mesma tarefa para continuar trabalhando nela.

Esteja ciente de que a pessoa que cria as tarefas de rotulagem especifica um limite de tempo no 
qual todas as tarefas devem ser concluídas. Se você não retornar e concluir essa tarefa dentro 
desse prazo, ela expirará e o trabalho não será enviado. Entre em contato com o administrador da 
conta para obter mais informações.

Salvar e enviar seu trabalho

Você deve salvar seu trabalho periodicamente. O Ground Truth salvará automaticamente seu 
trabalho a cada 15 minutos.

Ao abrir uma tarefa, é necessário concluir o trabalho nela antes de pressionar Enviar.

Rastreamento de objetos de nuvem de pontos 3D

Use esta página para se familiarizar com a interface de usuário e as ferramentas disponíveis para 
concluir sua tarefa de detecção de objetos em nuvem de pontos 3D.

Tópicos

• Sua tarefa

• Navegue pela interface do usuário

• Editar em massa os atributos da categoria e do quadro do rótulo

• Guia de ícones

• Atalhos

• Liberar, interromper, retomar e recusar tarefas

• Salvar e enviar seu trabalho

Sua tarefa

Ao trabalhar em uma tarefa de rastreamento de objetos de nuvem de pontos 3D, é necessário 
selecionar uma categoria no menu Anotações no lado direito do portal do operador usando o menu
Categorias de rótulo. Depois de escolher uma categoria, use as ferramentas de adicionar cuboide 
e ajustar cuboide para ajustar um cuboide em torno de objetos na nuvem de pontos 3D à qual essa 
categoria se aplica. Após colocar um cuboide, é possível modificar sua localização, suas dimensões 
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e sua orientação diretamente na nuvem de pontos e nos três painéis exibidos à direita. Se você vir 
uma ou mais imagens no portal do operador, também poderá modificar cuboides nas imagens ou na 
nuvem de pontos 3D e as edições serão exibidas na outra média.

Important

Se você vir que os cuboides já foram adicionados aos quadros de nuvem de pontos 3D ao 
abrir a tarefa, ajuste esses cuboides e adicione cuboides adicionais conforme necessário.

Para editar um cuboide, incluindo mover, reorientar e alterar dimensões do cuboide, use teclas de 
atalho. Você pode ver uma lista completa das teclas de atalho no menu Atalhos na interface do 
usuário. Veja a seguir importantes combinações de chaves com as quais você deve se familiarizar 
antes de iniciar a tarefa de rotulagem.

Comando do Mac Comando do Windows Ação

Cmd + arrastar Ctrl + arrastar Modifique as dimensões do 
cuboide.

Opção + arrastar Alt + arrastar Mova o cuboide.

Shift + arrastar Shift + arrastar Gire o cuboide.

Option + O Alt + O Ajuste firmemente o cuboide 
em torno dos pontos ao redor 
dos quais ele foi desenhado 
. Antes de usar a opção, 
o cuboide deve rodear 
completamente o objeto de 
interesse.

Option + G Alt + G Coloque o cuboide no solo.

Ao abrir a tarefa, serão carregados dois quadros. Se a tarefa incluir mais de dois quadros, será 
necessário usar a barra de navegação no canto inferior esquerdo ou o ícone de carregar quadros 
para carregar quadros adicionais. Você deve anotar e ajustar rótulos em todos os quadros antes de 
enviar.
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Após ajustar um cuboide firmemente ao redor dos limites de um objeto, navegue até outro quadro 
usando a barra de navegação no canto inferior esquerdo da interface do usuário. Se esse mesmo 
objeto foi movido para um novo local, adicione outro cuboide e encaixe-o firmemente em torno dos 
limites do objeto. Cada vez que você adiciona manualmente um cuboide, a barra de sequência de 
quadros no canto inferior esquerdo da tela fica vermelha onde que esse quadro está localizado 
temporalmente na sequência.

A interface do usuário infere automaticamente a localização desse objeto em todos os outros 
quadros depois de colocar um cuboide. Isso é chamado de interpolação. É possível ver o movimento 
desse objeto, além dos cuboides inferidos e criados manualmente usando as setas. Ajuste os 
cuboides inferidos conforme necessário. O vídeo a seguir demonstra como navegar entre quadros. 
O vídeo a seguir mostra como, se você adicionar um cuboide em um quadro e, depois, ajustá-lo em 
outro, a interface do usuário inferirá automaticamente a localização do cuboide em todos os quadros 
intermediários.

Tip

Você pode desativar a interpolação automática de cuboides entre quadros usando o item de 
menu nuvem de pontos 3D. Selecione Nuvem de pontos 3D no menu superior e, em seguida, 
selecione Interpolar cuboides entre quadros. Isso desmarcará essa opção e interromperá a 
interpolação cuboide. Você pode selecionar novamente este item para ativar novamente a 
interpolação cuboide.
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Desativar a interpolação cuboide não afetará os cuboides que já foram interpolados entre os 
quadros.

Rótulos individuais podem ter um ou mais atributos de rótulo. Se um rótulo tiver um atributo de rótulo 
associado a ele, ele aparecerá quando você selecionar a seta apontando para baixo ao lado do 
rótulo no menu ID do rótulo. Preencha os valores necessários para todos os atributos de rótulo.

Você pode ver os atributos de quadro no menu Rótulos. Esses atributos aparecerão em cada quadro 
da tarefa. Use essas solicitações de atributos para inserir informações adicionais sobre cada quadro.

Navegue pela interface do usuário

É possível navegar na cena 3D usando o teclado e o mouse. É possível:

• Clique duas vezes em objetos específicos na nuvem de pontos para ampliá-los.
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• Você pode usar as teclas [e] do teclado para ampliar e passar de um rótulo para outro. Se nenhum 
rótulo for selecionado, quando você selecionar [ou], a interface do usuário ampliará o primeiro 
rótulo na lista ID do rótulo.

• Use o botão de deslocação do mouse ou o trackpad para ampliar e reduzir a nuvem de pontos.

• Use as teclas de seta do teclado e as teclas Q, E, A e D para mover para cima, para baixo, para a 
esquerda e para a direita. Use as teclas W e S do teclado para ampliar e diminuir o zoom.

Depois de colocar um cuboide na cena 3D, uma visualização lateral aparecerá com três 
visualizações projetadas: superior, lateral e traseira. Essas visualizações laterais mostram pontos 
dentro e ao redor do cuboide posicionado e ajudam os operadores a refinar os limites de cuboides 
nessa área. Os operadores podem ampliar e reduzir o zoom de cada uma dessas visualizações 
laterais usando o mouse.

O vídeo a seguir demonstra movimentos em torno da nuvem de pontos 3D e na visualização lateral.

Quando você estiver na interface do usuário do operador, você verá os seguintes menus:

• Instruções – revise essas instruções antes de iniciar a tarefa.

• Atalhos – use esse menu para visualizar atalhos de teclado que podem ser usados para navegar 
na nuvem de pontos e usar as ferramentas de anotação fornecidas.
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• Rótulo – use esse menu para modificar um cuboide. Primeiro, selecione um cuboide e, depois, 
escolha uma opção desse menu. Esse menu inclui ferramentas de rotulagem auxiliares, como 
colocar um cuboide no solo e ajustar automaticamente o cuboide aos limites do objeto.

• Visualizar – use esse menu para ativar e desativar diferentes opções de visualização. Por 
exemplo, é possível usar esse menu para adicionar uma malha de solo à nuvem de pontos e 
escolher a projeção da nuvem de pontos.

• Nuvem de pontos 3D – use esse menu para adicionar outros atributos aos pontos na nuvem 
de pontos, como cor e intensidade de pixels. Observe que essas opções podem não estar 
disponíveis.

Ao abrir uma tarefa, o ícone de mover cena está ativado e você pode se mover pela nuvem de 
pontos usando o mouse e os botões de navegação na área de nuvem de pontos da tela. Para 
retornar à visualização original exibida ao abrir a tarefa pela primeira vez, selecione o ícone de 
redefinir cena.

Após selecionar o ícone de adicionar cuboide, é possível adicionar cuboides à nuvem de pontos e às 
imagens (se incluídas). Selecione o ícone de mover cena novamente caso queira mover para outra 
área na nuvem de pontos 3D ou na imagem.

Para recolher todos os painéis à direita e exibir a nuvem de pontos 3D em tela cheia, selecione o 
ícone de tela cheia.

Se as imagens da câmera estiverem incluídas, você poderá ter as seguintes opções de visualização:

• C – visualize o ângulo da câmera na visualização da nuvem de pontos.

• F – visualize o volume, ou campo de visão, da câmera usada para capturar essa imagem na 
visualização da nuvem de pontos.

• P – visualize a nuvem de pontos sobreposta na imagem.

• B – visualize cuboides na imagem.

O vídeo a seguir demonstra como usar essas opções de visualização. A opção F é usada para 
visualizar o campo de visualização da câmera (a área cinza), a opção C mostra a direção da câmera 
e o ângulo da câmera (linhas azuis), e a opção B é usada para visualizar o cuboide.
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Excluir cuboides

Você pode selecionar um cuboide ou ID do rótulo e:

• Excluir um cuboide individual no quadro atual que você está visualizando.

• Excluir todos os cuboides com esse ID do rótulo antes ou depois do quadro que você está 
visualizando.

• Excluir todos os cuboides com esse ID de rótulo em todos os quadros.

Um caso de uso comum para a exclusão de cuboides é se o objeto sair da cena.

Você pode usar uma ou mais dessas opções para excluir cuboides colocados manualmente e 
interpolados com a mesma ID do rótulo.

• Para excluir todos os cuboides antes ou depois do quadro em que você está atualmente, selecione 
o cuboide, o item do menu Rótulo na parte superior da interface do usuário e, em seguida, 
selecione Excluir nos quadros anteriores ou Excluir nos próximos quadros. Use o menu Atalhos 
para ver as teclas de atalho que você pode usar para essas opções.

• Para excluir um rótulo em todos os quadros, selecione Excluir em todos os quadros no menu
Rótulos ou use o atalho Shift + Delete no teclado.

• Para excluir um cuboide individual de um único quadro, selecione o cuboide e selecione o ícone da 
lixeira 
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( ) 
próximo à ID do rótulo na barra lateral à direita ou use a tecla Excluir chave para excluir esse 
cuboide.

Se você tiver colocado manualmente mais de um cuboide com a mesma etiqueta em molduras 
diferentes, ao excluir um dos cuboides colocados manualmente, todos os cuboides interpolados se 
ajustam. Esse ajuste ocorre porque a interface usa cuboides colocados manualmente como pontos 
de ancoragem ao calcular a localização do cuboide interpolado. Quando você remove um desses 
pontos de ancoragem, a interface do usuário deve recalcular a posição dos cuboides interpolados.

Se você excluir um cuboide de um quadro, mas depois decidir recuperá-lo, poderá usar as opções
Duplicar nos quadros anteriores ou Duplicar nos próximos quadros no menu Rótulo para copiar o 
cuboide em todos os quadros anteriores ou em todos os quadros seguintes, respectivamente.

Editar em massa os atributos da categoria e do quadro do rótulo

Você pode editar em massa os atributos do rótulo e os atributos do quadro.

Ao editar um atributo em massa, você especifica um ou mais intervalos de quadros aos quais deseja 
aplicar a edição. O atributo selecionado é editado em todos os quadros desse intervalo, incluindo 
os quadros inicial e final que você especificar. Quando você edita em massa os atributos de rótulo, 
o intervalo especificado deve conter o rótulo ao qual o atributo do rótulo está anexado. Se você 
especificar quadros que não contêm esse rótulo, será exibido um erro.

Para editar em massa um atributo, você deve primeiro especificar o valor desejado para o atributo. 
Por exemplo, se você quiser alterar um atributo de Sim para Não, deverá selecionar Não e, em 
seguida, realizar a edição em massa.

Você também pode especificar um novo valor para um atributo que não foi preenchido e, em 
seguida, usar o recurso de edição em massa para preencher esse valor em vários quadros. Para 
fazer isso, selecione o valor desejado para o atributo e conclua o procedimento a seguir.

Para editar em massa um rótulo ou atributo:

1. Use o mouse para clicar com o botão direito do mouse no atributo que você deseja editar em 
massa.

2. Especifique o intervalo de quadros ao qual você deseja aplicar a edição em massa usando um 
traço (-) na caixa de texto. Por exemplo, se você quiser aplicar a edição aos quadros de um a 

Rotular nuvens de pontos 3D 1523



Amazon SageMaker Guia do Desenvolvedor

dez, insira 1-10. Se você quiser aplicar a edição aos quadros dois a cinco, oito a dez e vinte, 
digite 2-5,8-10,20.

3. Selecione Confirmar.

Se você receber uma mensagem de erro, verifique se você inseriu um intervalo válido e se o rótulo 
associado ao atributo do rótulo que você está editando (se aplicável) existe em todos os quadros 
especificados.

Você pode adicionar rapidamente um rótulo a todos os quadros anteriores ou subsequentes usando 
as opções Duplicar nos quadros anteriores e Duplicar nos próximos quadros no menu Rótulo na 
parte superior da tela.

Guia de ícones

Use essa tabela para saber mais sobre os ícones exibidos no portal de tarefas do operador.

Ícone   Descrição

adicionar 
cuboide

Selecione esse ícone para adicionar um cuboide. Cada 
cuboide adicionado está associado à categoria escolhida.

editar cuboide Selecione esse ícone para editar um cuboide. Após 
adicionar um cuboide, é possível editar suas dimensões 
, localização e orientação. Depois que um cuboide é 
adicionado, ele muda automaticamente para editar o 
modo cuboide.

ruler Use esse ícone para medir distâncias, em metros, 
na nuvem de pontos. Talvez você queira usar essa 
ferramenta se as instruções solicitarem que você anote 
todos os objetos a uma determinada distância do centro 
do cuboide ou do objeto usado para capturar dados.

Ao selecionar esse ícone, você pode colocar o ponto de 
partida (primeiro marcador) em qualquer lugar na nuvem 
de pontos selecionando-o com o mouse. A ferramenta 
usará automaticamente a interpolação para colocar um 
marcador no ponto mais próximo dentro da distância-
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Ícone   Descrição

limite do local selecionado, caso contrário, o marcador 
será colocado no solo. Se você colocar um ponto de 
partida por engano, poderá usar a tecla Esc para reverter 
o posicionamento do marcador.

Depois de colocar o primeiro marcador, você vê uma 
linha pontilhada e um rótulo dinâmico que indica a 
distância que você se afastou do primeiro marcador. 
Clique em outro lugar na nuvem de pontos para colocar 
um segundo marcador. Quando você coloca o segundo 
marcador, a linha pontilhada se torna sólida (contínua) e 
a distância é definida.

Depois de definir uma distância, você pode editá-la 
selecionando um dos marcadores. Você pode excluir 
uma régua selecionando qualquer lugar na régua e 
usando a tecla Excluir chave.

redefinir cena Selecione esse ícone para redefinir a visualização da 
nuvem de pontos, painéis laterais e, se aplicável, todas 
as imagens para a posição original de quando a tarefa foi 
aberta pela primeira vez.

mover cena Selecione esse ícone para mover a cena. Por padrão, 
esse ícone é selecionado quando você inicia uma tarefa 
pela primeira vez.

tela cheia Selecione esse ícone para colocar a visualização de 
nuvem de pontos 3D em tela cheia e para recolher todos 
os painéis laterais.

carregar quadros Selecione esse ícone para carregar quadros adicionais.

ocultar rótulos Oculte rótulos na visualização de nuvem de pontos 3D e, 
se aplicável, nas imagens.
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Ícone   Descrição

mostrar rótulos Mostre rótulos na visualização de nuvem de pontos 3D e, 
se aplicável, nas imagens.

excluir rótulos Exclua um rótulo. Essa opção só pode ser usada para 
excluir rótulos criados ou ajustados manualmente.

Atalhos

Os atalhos listados no menu Atalhos podem ajudar a navegar pela nuvem de pontos 3D e usar 
ferramentas para adicionar e editar cuboides.

Antes de começar a tarefa, recomendamos que você revise o menu Atalhos e se familiarize com 
esses comandos. É necessário usar alguns dos controles de cuboides 3D para editar o cuboide.

Liberar, interromper, retomar e recusar tarefas

Quando você abre a tarefa de rotulagem, três botões no canto superior direito permitem recusar 
a tarefa (Recusar tarefa), liberá-la (Liberar tarefa) e interrompê-la e retomá-la posteriormente 
(Interromper e retomar mais tarde). A lista a seguir descreve o que acontece quando você seleciona 
uma dessas opções:

• Recusar tarefa: você só deve recusar uma tarefa se algo estiver errado com a tarefa, como um 
problema com a nuvem de pontos 3D, imagens ou a interface do usuário. Se você recusar uma 
tarefa, não poderá retornar à tarefa.

• Liberar tarefa: use essa opção para liberar uma tarefa e permitir que outras pessoas trabalhem 
nela. Ao liberar uma tarefa, você perde todo o trabalho realizado nessa tarefa e outros funcionários 
da sua equipe podem retomá-la. Se um número suficiente de operadores realizar a tarefa, talvez 
você não consiga retornar a ela. Quando você seleciona esse botão e, em seguida, seleciona
Confirmar, você retorna ao portal do operador. Se a tarefa ainda estiver disponível, o status será
Disponível. Se outros operadores o pegarem, ele desaparecerá do seu portal.

• Interromper e retomar mais tarde: você pode usar o botão Interromper e retomar mais tarde para 
interromper o trabalho e retornar à tarefa posteriormente. Você deve usar o botão Salvar para 
salvar o trabalho antes de selecionar Interromper e retomar mais tarde. Ao selecionar esse botão 
e, em seguida, selecionar Confirmar, você retorna ao portal do operador e o status da tarefa é
Parado. Você pode selecionar a mesma tarefa para continuar trabalhando nela.

Rotular nuvens de pontos 3D 1526



Amazon SageMaker Guia do Desenvolvedor

Esteja ciente de que a pessoa que cria as tarefas de rotulagem especifica um limite de tempo no 
qual todas as tarefas devem ser concluídas. Se você não retornar e concluir essa tarefa dentro 
desse prazo, ela expirará e o trabalho não será enviado. Entre em contato com o administrador da 
conta para obter mais informações.

Salvar e enviar seu trabalho

Você deve salvar seu trabalho periodicamente. O Ground Truth salvará automaticamente seu 
trabalho a cada 15 minutos.

Ao abrir uma tarefa, é necessário concluir o trabalho nela antes de pressionar Enviar.

Verificar e ajustar rótulos

Quando os rótulos em um conjunto de dados precisam ser validados, o Amazon SageMaker Ground 
Truth fornece a funcionalidade para que os operadores verifiquem se os rótulos estão corretos ou 
para ajustar rótulos anteriores.

Estes tipos de tarefas se enquadram em duas categorias distintas:

• Verificação do rótulo  — os operadores indicam se os rótulos existentes estão corretos, ou 
classificam a qualidade, e podem adicionar comentários para explicar o raciocínio. Os operadores 
não poderão modificar ou ajustar os rótulos.

Se você criar um trabalho de verificação ou ajuste de rótulo de quadro de vídeo ou nuvem de 
pontos 3D, poderá optar por tornar os atributos da categoria do rótulo (não compatível com 
a segmentação semântica da nuvem de pontos 3D) e os atributos do quadro editáveis pelos 
operadores.

• Ajuste do rótulo — Os operadores ajustam as anotações anteriores e, se aplicável, os atributos da 
categoria e da moldura dos rótulos para corrigi-las.

Os seguintes tipos de tarefas integradas do Ground Truth oferecem suporte a trabalhos de ajuste e 
rotulagem de verificação:

• Caixa delimitadora

• Segmentação semântica

• Detecção de objetos de nuvem de pontos 3D, rastreamento de objetos de nuvem de pontos 3D e 
segmentação de semântica de nuvem de pontos 3D
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• Todos os tipos de tarefas de detecção de objetos de quadro de vídeo e rastreamento de objetos de 
quadro de vídeo — caixa delimitadora, linha poligonal, polígono e ponto principal

Tip

Para trabalhos de verificação de rotulagem de quadros de vídeo e nuvem de pontos 3D, 
é recomendável adicionar novos atributos de categorias de rótulo ou atributos de quadro 
ao trabalho de rotulagem. Os operadores podem usar esses atributos para verificar rótulos 
individuais ou o quadro inteiro. Para saber mais sobre a categoria de rótulo e os atributos de 
quadro, consulte Interface do usuário (UI) do operador para nuvem de pontos 3D e Interface 
do usuário (UI) do operador para quadro de vídeo.

É possível iniciar trabalhos de verificação e de ajuste de rótulos usando o console do SageMaker ou 
a API.

Tópicos

• Requisitos para criar trabalhos de rotulagem de verificação e ajuste

• Criar e um trabalho de verificação do rótulo (console)

• Criar um trabalho de ajuste de rotulagem (console)

• Iniciar um trabalho de verificação ou ajuste de rótulo (API)

• Dados da verificação e do ajuste do rótulo no manifesto de saída

• Precauções e considerações

Requisitos para criar trabalhos de rotulagem de verificação e ajuste

Para criar um trabalho de verificação ou ajuste de rótulos, os critérios a seguir devem ser atendidos.

• Para trabalhos de rotulagem sem streaming: o arquivo manifesto de entrada que você usa deve 
conter o nome do atributo do rótulo (LabelAttributeName) dos rótulos que você deseja ajustar. 
Quando você encadeia um trabalho de rotulagem concluído com êxito, o arquivo manifesto de 
saída é usado como arquivo manifesto de entrada para o novo trabalho encadeado. Para saber 
mais sobre o formato do arquivo manifesto de saída que o Ground Truth produz para cada tipo de 
tarefa, consulte Dados de saída.
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Para trabalhos de rotulagem de streaming: a mensagem do Amazon SNS que você enviou para 
o tópico de entrada do Amazon SNS sobre o trabalho de rotulagem de ajuste ou verificação deve 
conter o nome de atributo do rótulo dos rótulos que você deseja ajustar ou verificar. Para ver um 
exemplo de como você pode criar um trabalho de rotulagem de ajuste ou verificação com trabalhos 
de rotulagem de streaming, consulte este exemplo do caderno Jupyter no GitHub.

• O tipo de tarefa da tarefa de rotulagem de verificação ou ajuste deve ser igual ao tipo de tarefa da 
tarefa original, a menos que você esteja usando o tipo de tarefa Verificação dos rótulos de imagem
para verificar a caixa delimitadora ou os rótulos de imagem de segmentação de semântica. 
Consulte o próximo marcador para obter mais detalhes sobre os requisitos do tipo de tarefa de 
quadro de vídeo.

• Para trabalhos de verificação e ajuste de anotações de quadros de vídeo, você deve usar o 
mesmo tipo de tarefa de anotação usado para criar as anotações do trabalho de rotulagem 
anterior. Por exemplo, se você criar um trabalho de detecção de objetos de quadro de vídeo para 
que os operadores desenhem caixas delimitadoras ao redor dos objetos e, em seguida, criar um 
trabalho de ajuste de detecção de objetos de vídeo, deverá especificar caixas delimitadoras como 
o tipo de tarefa de anotação. Para saber mais sobre os tipos de tarefas de anotação de quadros de 
vídeo, consulte Tipos de tarefa.

• O tipo de tarefa que você selecionar para o trabalho de rotulagem de ajuste ou verificação deve 
ser compatível um fluxo de trabalho de auditoria. Os seguintes tipos de tarefas integradas do 
Ground Truth oferecem suporte a tarefas de rotulagem de ajuste e verificação: caixa delimitadora, 
segmentação de semântica, detecção de objetos na nuvem de pontos 3D, rastreamento de objetos 
na nuvem de pontos 3D e segmentação de semântica da nuvem de pontos 3D e todos os tipos de 
tarefas de detecção de objetos em quadro de vídeo e rastreamento de objetos em quadro de vídeo 
— caixa delimitadora, linha poligonal, polígono e ponto principal.

Criar e um trabalho de verificação do rótulo (console)

Os trabalhos de rotulagem de caixa delimitadora e segmentação de semântica são criados 
escolhendo o tipo de tarefa de Verificação do rótulo no console. Para criar um trabalho de verificação 
para os tipos de tarefa de nuvem de pontos 3D e quadro de vídeo, você deve escolher o mesmo 
tipo de tarefa do trabalho de rotulagem original e optar por exibir os rótulos existentes. Use uma das 
seções a seguir para criar um trabalho de verificação do rótulo para seu tipo de tarefa.

Tópicos

• Criar um trabalho de verificação do rótulo (console)
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• Criar um Trabalho de verificação do rótulo de Nuvem de Pontos ou Quadro de Vídeo (Console)

Criar um trabalho de verificação do rótulo (console)

Use o procedimento a seguir para criar uma caixa delimitadora ou uma tarefa de verificação de 
segmentação de semântica usando o console. Esse procedimento pressupõe que você já tenha 
criado uma caixa delimitadora ou uma tarefa de rotulagem de segmentação de semântica e o status 
seja Concluído. Esse é o trabalho de rotulagem que produz os rótulos que você deseja verificar.

Para criar um trabalho de verificação do rótulo de imagens:

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/ e escolha
Trabalhos de rotulagem.

2. Inicie uma nova tarefa de rotulagem encadeando uma tarefa anterior ou iniciando do zero, 
especificando um manifesto de entrada que contenha objetos de dados rotulados.

3. No painel Tipo de tarefa, selecione Verificação do rótulo.

4. Escolha Next (Próximo).

5. Na seção operadores, escolha o tipo de força de trabalho que você gostaria de usar. Para obter 
mais detalhes sobre suas opções de força de trabalho, consulte Criar e gerenciar forças de 
trabalho.

6. Depois de selecionar a força de trabalho, especifique o Tempo limite da tarefa e o Tempo de 
expiração da tarefa.

7. No painel Opções de exibição de rótulos existentes, o sistema mostra os nomes de atributos do 
rótulo disponíveis no manifesto. Escolha o nome de atributo do rótulo que identifica os rótulos 
para os operadores verificarem. O Ground Truth tentará detectar e preencher esses valores 
analisando o manifesto, mas talvez seja necessário definir o valor correto.

8. Use as áreas de instruções do designer de ferramentas para fornecer contexto sobre o que 
os rotuladores anteriores foram solicitados a fazer e o que os verificadores atuais precisam 
verificar.

Você pode adicionar novos rótulos que os operadores escolham para verificar os rótulos. Por 
exemplo, você pode pedir aos operadores que verifiquem a qualidade da imagem e forneçam os 
rótulos Claro e Desfocado. Os operadores também terão a opção de adicionar um comentário 
para explicar sua seleção.

9. Escolha See preview (Ver visualização) para verificar se a ferramenta está exibindo os rótulos 
anteriores corretamente e se apresenta a tarefa de verificação de rótulo claramente.
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10. Escolha Create (Criar). Isso criará e iniciará o trabalho de rotulagem.

Criar um Trabalho de verificação do rótulo de Nuvem de Pontos ou Quadro de Vídeo (Console)

Use o procedimento a seguir para criar uma tarefa de verificação de nuvem de pontos 3D ou de 
quadros de vídeo usando o console. Esse procedimento pressupõe que você já tenha criado um 
trabalho de rotulagem usando o tipo de tarefa que produz os tipos de rótulos que você deseja 
verificar e que o status é Concluído.

Para criar um trabalho de verificação do rótulo de imagens:

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/ e escolha
Trabalhos de rotulagem.

2. Inicie uma nova tarefa de rotulagem encadeando uma tarefa anterior ou iniciando do zero, 
especificando um manifesto de entrada que contenha objetos de dados rotulados.

3. No painel Tipo de tarefa, selecione o mesmo tipo de tarefa do trabalho de rotulagem que você 
encadeou. Por exemplo, se a tarefa de rotulagem original fosse uma tarefa de rotulagem de 
pontos principais de detecção de objetos de quadro de vídeo, selecione esse tipo de tarefa.

4. Escolha Next (Próximo).

5. Na seção operadores, escolha o tipo de força de trabalho que você gostaria de usar. Para obter 
mais detalhes sobre suas opções de força de trabalho, consulte Criar e gerenciar forças de 
trabalho.

6. Depois de selecionar a força de trabalho, especifique o Tempo limite da tarefa e o Tempo de 
expiração da tarefa.

7. Ative o botão ao lado de Exibir rótulos existentes.

8. Selecione Verificação.

9. Selecione o Nome de atributo do rótulo no manifesto que corresponde aos rótulos que você 
deseja exibir para fazer a verificação. Você só verá os nomes de atributos do rótulo para rótulos 
que correspondam ao tipo de tarefa selecionado na tela anterior. O Ground Truth tentará 
detectar e preencher esses valores analisando o manifesto, mas talvez seja necessário definir o 
valor correto.

10. Use as áreas de instruções do designer de ferramentas para fornecer contexto sobre o que 
os rotuladores anteriores foram solicitados a fazer e o que os verificadores atuais precisam 
verificar.
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Você não pode modificar nem adicionar novos rótulos. É possível remover, modificar e adicionar 
novos atributos de categoria de rótulo ou atributos de quadro. É recomendável adicionar novos 
atributos de categoria de rótulo ou atributos de quadro ao trabalho de rotulagem. Os operadores 
podem usar esses atributos para verificar rótulos individuais ou o quadro inteiro.

Por padrão, os atributos de categoria de rótulo e atributos de quadro preexistentes não serão 
editáveis pelos operadores. Se você quiser tornar editável uma categoria de rótulo ou atributo de 
quadro, marque a caixa de seleção Permitir que os operadores editem esse atributo.

Para saber mais sobre a categoria de rótulo e os atributos de quadro, consulte Interface do 
usuário (UI) do operador para nuvem de pontos 3D e Interface do usuário (UI) do operador para 
quadro de vídeo.

11. Escolha See preview (Ver visualização) para verificar se a ferramenta está exibindo os rótulos 
anteriores corretamente e se apresenta a tarefa de verificação de rótulo claramente.

12. Escolha Create (Criar). Isso criará e iniciará o trabalho de rotulagem.

Criar um trabalho de ajuste de rotulagem (console)

Use uma das seções a seguir para criar um trabalho de verificação do rótulo para seu tipo de tarefa.

Tópicos

• Criar um trabalho de ajuste de rotulagem de imagem (console)

• Crie um trabalho de ajuste de rótulo de nuvem de pontos ou Quadro de Vídeo (Console)

Criar um trabalho de ajuste de rotulagem de imagem (console)

Use o procedimento a seguir para criar uma caixa delimitadora ou uma tarefa de rotulagem de ajuste 
de segmentação de semântica usando o console. Esse procedimento pressupõe que você já tenha 
criado uma caixa delimitadora ou uma tarefa de rotulagem de segmentação de semântica e o status 
seja Concluído. Esse é o trabalho de rotulagem que produz os rótulos que você deseja ajustar.

Para criar um trabalho de ajuste de rotulagem de imagem (console)

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/ e escolha
Trabalhos de rotulagem.

2. Inicie uma nova tarefa de rotulagem encadeando uma tarefa anterior ou iniciando do zero, 
especificando um manifesto de entrada que contenha objetos de dados rotulados.
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3. Escolha o mesmo tipo de tarefa do trabalho de rotulagem original.

4. Escolha Next (Próximo).

5. Na seção operadores, escolha o tipo de força de trabalho que você gostaria de usar. Para obter 
mais detalhes sobre suas opções de força de trabalho, consulte Criar e gerenciar forças de 
trabalho.

6. Depois de selecionar a força de trabalho, especifique o Tempo limite da tarefa e o Tempo de 
expiração da tarefa.

7. Expanda as opções de exibição de rótulos existentes selecionando a seta ao lado do título.

8. Marque a caixa ao lado de I want to display existing labels from the dataset for this job (Desejo 
exibir os rótulos existentes do conjunto de dados para esta tarefa).

9. Para o Nome de atributo do rótulo, escolha o nome no manifesto que corresponde aos rótulos 
que você deseja exibir para fazer o ajuste. Você só verá os nomes de atributos do rótulo para 
rótulos que correspondam ao tipo de tarefa selecionado na tela anterior. O Ground Truth tentará 
detectar e preencher esses valores analisando o manifesto, mas talvez seja necessário definir o 
valor correto.

10. Use as áreas de instruções do designer de ferramentas para fornecer contexto sobre o que os 
rotuladores anteriores foram encarregados de fazer e o que os verificadores atuais precisam 
verificar e ajustar.

11. Escolha See preview (Visualizar) para verificar se a ferramenta mostra os rótulos anteriores 
corretamente e apresenta a tarefa de forma clara.

12. Escolha Create (Criar). Isso criará e iniciará o trabalho de rotulagem.

Crie um trabalho de ajuste de rótulo de nuvem de pontos ou Quadro de Vídeo (Console)

Use o procedimento a seguir para criar uma nuvem de pontos 3D ou um trabalho de ajuste de 
quadro de vídeo usando o console. Esse procedimento pressupõe que você já tenha criado um 
trabalho de rotulagem usando o tipo de tarefa que produz os tipos de rótulos que você deseja 
verificar e que o status é Concluído.

Para criar um trabalho de ajuste de rótulo de quadro de vídeo ou nuvem de pontos 3D (console)

1. Abra o console do SageMaker: https://console.aws.amazon.com/sagemaker/ e escolha
Trabalhos de rotulagem.

2. Inicie uma nova tarefa de rotulagem encadeando uma tarefa anterior ou iniciando do zero, 
especificando um manifesto de entrada que contenha objetos de dados rotulados.
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3. Escolha o mesmo tipo de tarefa do trabalho de rotulagem original.

4. Ative o botão ao lado de Exibir rótulos existentes.

5. Selecione Ajuste.

6. Para o Nome de atributo do rótulo, escolha o nome no manifesto que corresponde aos rótulos 
que você deseja exibir para fazer o ajuste. Você só verá os nomes de atributos do rótulo para 
rótulos que correspondam ao tipo de tarefa selecionado na tela anterior. O Ground Truth tentará 
detectar e preencher esses valores analisando o manifesto, mas talvez seja necessário definir o 
valor correto.

7. Use as áreas de instruções do designer de ferramentas para fornecer contexto sobre o que os 
rotuladores anteriores foram solicitados a fazer e o que os ajustadores atuais precisam verificar.

Você não pode remover ou modificar rótulos existentes, mas pode adicionar novos rótulos. É 
possível remover, modificar e adicionar novos atributos de categoria de rótulo ou atributos de 
quadro.

Por padrão, atributos de categoria de rótulo e atributos de quadro preexistentes serão editáveis 
pelos operadores. Se você quiser tornar uma categoria de rótulo ou atributo de quadro não 
editável, desmarque a caixa de seleção Permitir que os operadores editem esse atributo.

Para saber mais sobre a categoria de rótulo e os atributos de quadro, consulte Interface do 
usuário (UI) do operador para nuvem de pontos 3D e Interface do usuário (UI) do operador para 
quadro de vídeo.

8. Escolha See preview (Visualizar) para verificar se a ferramenta mostra os rótulos anteriores 
corretamente e apresenta a tarefa de forma clara.

9. Escolha Create (Criar). Isso criará e iniciará o trabalho de rotulagem.

Iniciar um trabalho de verificação ou ajuste de rótulo (API)

Inicie um trabalho de verificação ou ajuste de rótulo encadeando um trabalho concluído com êxito ou 
iniciando um trabalho a partir do zero usando a operação CreateLabelingJob. O procedimento é 
quase o mesmo que configurar um novo trabalho de rotulagem com o CreateLabelingJob, com 
algumas modificações. Use as seções a seguir para saber quais modificações são necessárias para 
encadear um trabalho de rotulagem e criar um trabalho de rotulagem de ajuste ou verificação.

Ao criar um trabalho de rotulagem de ajuste ou verificação usando a API Ground Truth, você
deve usar um trabalho de rotulagem LabelAttributeName diferente do original. O trabalho de 
rotulagem original é a tarefa usada para criar os rótulos que você deseja ajustar ou verificar.
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Important

O arquivo de configuração da categoria de rótulo que você identifica para um trabalho de 
ajuste ou verificação no LabelCategoryConfigS3Uri do CreateLabelingJob deve 
conter os mesmos rótulos usados na tarefa de rotulagem original. Você pode adicionar novos 
rótulos. Para trabalhos de nuvem de pontos 3D e quadros de vídeo, você pode adicionar uma 
nova categoria de rótulo e atributos de quadro ao arquivo de configuração da categoria de 
rótulo.

Caixa delimitadora e segmentação de semântica

Para criar um trabalho de verificação de caixa delimitadora ou de verificação ou ajuste de 
segmentação de semântica, use as diretrizes a seguir para especificar atributos da API para a 
operação CreateLabelingJob.

• Use o parâmetro LabelAttributeName para especificar o nome do rótulo de saída que você 
deseja usar para rótulos verificados ou ajustados. Você deve usar um LabelAttributeName
diferente daquele usado para o trabalho de rotulagem original.

• Se você estiver encadeando o trabalho, os rótulos do trabalho anterior a serem ajustados ou 
verificados serão especificados no modelo de IU personalizado. Para saber como criar um modelo 
personalizado, consulte Criar modelos personalizados de tarefas para operadores.

Identifique a localização do modelo de interface do usuário no parâmetro UiTemplateS3Uri. O 
SageMaker fornece widgets que você pode usar em seu modelo personalizado para exibir rótulos 
antigos. Use o atributo initial-value em um dos elementos crowd a seguir para extrair os 
rótulos que precisam de verificação ou ajuste e incluí-los no modelo da tarefa:

• crowd-semantic-segmentation—Use este elemento crowd no modelo personalizado de tarefa 
da IU para especificar os rótulos de segmentação de semântica que precisam ser verificados ou 
ajustados.

• crowd-bounding-box—Use este elemento crowd no modelo personalizado de tarefa da IU para 
especificar os rótulos da caixa delimitadora que precisam ser verificados ou ajustados.

• O parâmetro LabelCategoryConfigS3Uri deve conter as mesmas categorias de rótulo que o 
trabalho de rotulagem anterior.

• Use a caixa delimitadora ou os ARNs do lambda de ajuste ou verificação de segmentação de 
semântica para PreHumanTaskLambdaArn e AnnotationConsolidationLambdaArn:
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• Para a caixa delimitadora, os ARNs da função lambda do trabalho de rotulagem de ajuste 
terminam com AdjustmentBoundingBox e os ARNs da função lambda de verificação 
terminam com VerificationBoundingBox.

• Para a segmentação de semântica, os ARNs da função lambda do trabalho de rotulagem de 
ajuste terminam com AdjustmentSemanticSegmentation e os ARNs da função lambda de 
verificação terminam com VerificationSemanticSegmentation.

Nuvem de pontos 3D e quadro de vídeo

• Use o parâmetro LabelAttributeName para especificar o nome do rótulo de saída que você 
deseja usar para rótulos verificados ou ajustados. Você deve usar um LabelAttributeName
diferente daquele usado para o trabalho de rotulagem original.

• Você deve usar o nome do recurso da Amazon (ARN) da interface de usuário da tarefa humana 
(HumanTaskUiArn) usado para o trabalho de rotulagem original. Para ver os ARNs compatíveis, 
consulte HumanTaskUiArn.

• No arquivo de configuração da categoria de rótulo, você deve especificar o nome de atributo do 
rótulo (LabelAttributeName) da tarefa de rotulagem anterior que você usa para criar a tarefa 
de rotulagem de ajuste ou verificação no parâmetro auditLabelAttributeName.

• Você especifica se o trabalho de rotulagem é um trabalho de rotulagem de verificação ou
ajuste usando o parâmetro editsAllowed no arquivo de configuração da categoria de rótulo 
identificado pelo parâmetro LabelCategoryConfigS3Uri.

• Para trabalhos de rotulagem de verificação, você deve usar o parâmetro editsAllowed
para especificar que todos os rótulos não podem ser modificados. O editsAllowed deve ser 
definido como "none" em cada entrada em labels. Você também pode especificar se os 
atributos das categorias de rótulos e os atributos do quadro podem ou não ser ajustados pelos 
operadores.

• Para tarefas de rotulagem de ajuste, você também pode usar o parâmetro editsAllowed para 
especificar rótulos, atributos de categoria de rótulo e atributos de quadro que podem ou não ser 
modificados pelos operadores. Se você não usar esse parâmetro, todos os rótulos, atributos de 
categoria de rótulo e atributos de quadro serão ajustáveis.

Para saber mais sobre o parâmetro editsAllowed e configurar o arquivo de configuração de 
categoria de rótulo, consulte Esquema do arquivo de configuração da categoria de rótulo.
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• Use a nuvem de pontos 3D ou os ARNs do lambda de ajuste de quadro de vídeo para
PreHumanTaskLambdaArn e AnnotationConsolidationLambdaArn para trabalhos de 
rotulagem de ajuste e verificação:

• Para nuvens de pontos 3D, os ARNs da função do lambda do trabalho de rotulagem de 
ajuste e verificação terminam com Adjustment3DPointCloudSemanticSegmentation,
Adjustment3DPointCloudObjectTracking, e
Adjustment3DPointCloudObjectDetection para segmentação de semântica de nuvem 
de pontos 3D, detecção de objetos e rastreamento de objetos, respectivamente.

• Para quadros de vídeo, os ARNs da função do lambda do trabalho de rotulagem 
de ajuste e verificação terminam com AdjustmentVideoObjectDetection e
AdjustmentVideoObjectTracking para detecção de objetos de quadro de vídeo e 
rastreamento de objetos, respectivamente.

O Ground Truth armazena os dados de saída de um trabalho de verificação ou de um 
ajuste de rótulo no bucket do S3 especificado no parâmetro S3OutputPath da operação
CreateLabelingJob. Para obter mais informações sobre os dados de saída de um trabalho 
de verificação ou de ajuste de rotulagem, consulte Dados da verificação e do ajuste do rótulo no 
manifesto de saída.

Dados da verificação e do ajuste do rótulo no manifesto de saída

O Amazon SageMaker Ground Truth grava os dados da verificação do rótulo no manifesto de saída 
dentro dos metadados do rótulo. Ele adiciona duas propriedades aos metadados:

• Uma propriedade type, com um valor de “groundtruth/label-verification.

• Uma propriedade worker-feedback, com uma matriz de valores comment. Essa propriedade 
é adicionada quando o operador insere comentários. Se não houver comentários, o campo não 
aparece.

O manifesto de saída de exemplo a seguir mostra como os dados de verificação de rótulo aparecem:

{ 
  "source-ref":"S3 bucket location",  
  "verify-bounding-box":"1",     
  "verify-bounding-box-metadata":   
  { 
    "class-name": "bad",  
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    "confidence": 0.93,  
    "type": "groundtruth/label-verification",  
    "job-name": "verify-bounding-boxes", 
    "human-annotated": "yes", 
    "creation-date": "2018-10-18T22:18:13.527256", 
    "worker-feedback": [ 
      {"comment": "The bounding box on the bird is too wide on the right side."}, 
      {"comment": "The bird on the upper right is not labeled."} 
    ] 
  }
}

A saída do operador de tarefas de ajuste se assemelha à saída do operador da tarefa original, com a 
exceção de que contém os valores ajustados e uma propriedade adjustment-status com o valor 
de adjusted ou de unadjusted para indicar se um ajuste foi feito.

Para obter mais exemplos de saída das diferentes tarefas, consulte Dados de saída.

Precauções e considerações

Para obter o comportamento esperado ao criar um trabalho de verificação ou de ajuste de rótulo, 
verifique cuidadosamente os dados de entrada.

• Se você estiver usando dados de imagem, verifique se o arquivo do manifesto contém informações 
de cor RGB hexadecimal.

• Para economizar em custos de processamento, filtre os dados para garantir que não está incluindo 
objetos indesejados no manifesto de entrada do trabalho de rotulagem.

• Adicione as permissões necessárias do Amazon S3 para garantir que os dados de entrada sejam 
processados corretamente.

Ao criar um trabalho de rotulagem de ajuste ou verificação usando a API Ground Truth, você deve
usar um trabalho de rotulagem LabelAttributeName diferente da original.

Requisitos de informações de cores para trabalhos de segmentação semântica

Para reproduzir corretamente as informações de cores em tarefas de verificação ou de ajuste, a 
ferramenta requer informações de cor RGB hexadecimal no manifesto (por exemplo, #FFFFFF para 
branco). Quando você configura um trabalho de verificação ou de ajuste de segmentação semântica, 
a ferramenta examina o manifesto para determinar se essa informação está presente. Se não for 

Verificar e ajustar rótulos 1538



Amazon SageMaker Guia do Desenvolvedor

possível localizá-la, o Amazon SageMaker Ground Truth exibirá uma mensagem de erro e encerrará 
a configuração do trabalho.

Em iterações anteriores da ferramenta de segmentação semântica, as informações de cor de 
categoria não eram produzidas no formato RGB hexadecimal para o manifesto de saída. Esse 
recurso foi apresentado no manifesto de saída ao mesmo tempo que os fluxos de trabalho de 
verificação e de ajuste foram apresentados. Portanto, os manifestos de saída mais antigos não são 
compatíveis com este novo fluxo de trabalho.

Filtrar dados antes de iniciar o trabalho

O Amazon SageMaker Ground Truth processa todos os objetos no manifesto de entrada. Se tiver 
um conjunto de dados parcialmente rotulado, talvez você queira criar um manifesto personalizado 
usando a opção Selecionar consulta do Amazon S3 no manifesto de entrada. Haverá falha individual 
nos objetos não rotulados, mas isso não causará falha no trabalho e poderá incorrer em custos de 
processamento. Filtrar objetos que não deseja verificar reduzirá os custos.

Se você criar um trabalho de verificação usando o console, é possível usar as ferramentas de 
filtragem fornecidas aqui. Se você criar trabalhos usando a API, torne a filtragem de seus dados 
parte do fluxo de trabalho onde for necessário.

Criar fluxos de trabalho de rotulagem personalizados

Este documento guiará você pelo processo de configuração de um fluxo de trabalho com um 
modelo de rotulagem personalizado. Para saber mais sobre como iniciar um trabalho de rotulagem, 
consulte Conceitos básicos. Nessa seção, quando você escolhe o Tipo de tarefa, selecione Tarefa 
de rotulamento personalizada e siga as instruções desta seção para configurá-la.

Tópicos

• Etapa 1: Configurar sua força de trabalho

• Etapa 2: Criar seu modelo de tarefa de operador personalizada

• Etapa 3: processando com AWS Lambda

• Modelo de demonstração: anotação de imagens com crowd-bounding-box

• Modelo de demonstração: intenções de rotulagem com crowd-classifier

• Fluxos de trabalho personalizados por meio da API
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Para obter mais informações sobre a criação de fluxos de trabalho de etiquetagem personalizados, 
consulte Criar um fluxo de trabalho de etiquetagem de dados personalizado com o Amazon 
SageMaker Ground Truth.

Etapa 1: Configurar sua força de trabalho

Nesta etapa, use o console para estabelecer qual tipo de trabalhador usar e fazer as sub-seleções 
necessárias para esse tipo de trabalhador. Ele assume que você já tenha concluído as etapas 
até este ponto na seção Conceitos básicos e tenha escolhido a opção Tarefa de rotulagem 
personalizada como o Tipo de tarefa.

Para configurar sua força de trabalho.

1. Primeiro, escolha uma opção em Tipos de trabalhadores. No momento, existem três tipos 
disponíveis:

• Público usa uma força de trabalho sob demanda de prestadores de serviços independentes, 
desenvolvido por Amazon Mechanical Turk. Eles são pagos por tarefa.

• Privado usa seus funcionários ou prestadores de serviços para lidar com dados que precisam 
permanecer na sua organização.

• Fornecedor usa fornecedores terceirizados especializados na prestação de serviços de 
rotulagem de dados, disponíveis por meio do AWS Marketplace.

2. Se você escolher a opção Public (Público), será solicitado que você defina o número de workers 
por objeto de conjunto de dados. Ter mais de um trabalhador executando a mesma tarefa no 
mesmo objeto pode ajudar a aumentar a precisão dos seus resultados. O padrão é três. Você 
pode aumentar ou diminuir isso dependendo da precisão necessária.

Também será solicitado que você defina um preço por tarefa usando o menu suspenso. O menu 
recomenda pontos de preço com base em quanto tempo levará para concluir a tarefa.

O método recomendado para determinar isso é primeiramente executar um pequeno teste da 
sua tarefa com uma força de trabalho privada. O teste fornece uma estimativa realista de quanto 
tempo a tarefa leva para ser concluída. Você pode então selecionar o intervalo da sua estimativa 
no menu Preço por tarefa. Se seu tempo médio for superior a 5 minutos, considere dividir sua 
tarefa em unidades menores.

Criar fluxos de trabalho de rotulagem personalizados 1540

https://aws.amazon.com/blogs/machine-learning/build-a-custom-data-labeling-workflow-with-amazon-sagemaker-ground-truth/
https://aws.amazon.com/blogs/machine-learning/build-a-custom-data-labeling-workflow-with-amazon-sagemaker-ground-truth/


Amazon SageMaker Guia do Desenvolvedor

Próximo

Etapa 2: Criar seu modelo de tarefa de operador personalizada

Etapa 2: Criar seu modelo de tarefa de operador personalizada

Um modelo de tarefa de operador é um arquivo usado pelo Ground Truth para personalizar a 
interface do usuário (UI) do operador ou a interface do usuário da tarefa humana. Você pode criar 
um modelo de tarefa de trabalho usando HTML, CSS JavaScript, linguagem de modelo Liquid e
elementos HTML do Crowd. O Liquid é usado para automatizar o modelo, e Elementos HTML do 
Crowd podem ser utilizados para incluir ferramentas comuns de anotação e fornecer a lógica para 
enviar para o Ground Truth.

Use os tópicos a seguir para saber como criar um modelo de tarefa do operador. Você pode ver um 
repositório de exemplos de modelos de tarefas para trabalhadores da Ground Truth em GitHub.

Tópicos

• Começar com um modelo base

• Desenvolver modelos localmente

• Uso de ativos externos

• Acompanhe suas variáveis

• Uma amostra simples

• Adicionar automação com o Liquid

• nd-to-end Demonstrações e

Começar com um modelo base

Você pode usar um editor de modelos no console Ground Truth para começar a criar um modelo. 
Esse editor inclui vários modelos básicos predefinidos e um recurso de preenchimento automático de 
HTML e Crowd HTML Element.

Para acessar o editor de modelos personalizados Ground Truth:

1. Segue as instruções em Criar um trabalho de rotulagem (console) e selecione Personalizado
para o tipo de tarefa do trabalho de rotulagem.

2. Ao selecionar Avançar, você poderá acessar o editor de modelos e os modelos base na seção
Configuração de tarefas de rotulamento personalizadas.
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3. (Opcional) Selecione um modelo básico no menu suspenso em Modelos. Se você preferir criar 
um modelo do zero, escolha Personalizado no menu suspenso para obter um esqueleto mínimo 
do modelo.

Desenvolver modelos localmente

Embora você precise estar no console para testar como o seu modelo processará os dados 
recebidos, é possível testar a aparência dos elementos HTML e personalizados do seu modelo no 
navegador, adicionando esse código ao topo do arquivo HTML.

Example

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script> 
             

Isso carrega o código necessário para renderizar os elementos HTML personalizados. Use isso caso 
deseje desenvolver a aparência do seu modelo no editor de sua escolha, e não no console.

Lembre-se, porém, de que isso não analisará suas variáveis. Você pode querer substituí-las por um 
conteúdo de amostra enquanto desenvolve localmente.

Uso de ativos externos

Os modelos personalizados SageMaker do Amazon Ground Truth permitem que scripts externos e 
folhas de estilo sejam incorporados. Por exemplo, o bloco de código a seguir demonstra como você 
adicionaria uma folha de estilos localizada em https://www.example.com/my-enhancement-
styles.css ao seu modelo.

Example

<script src="https://www.example.com/my-enhancment-script.js"></script>
<link rel="stylesheet" type="text/css" href="https://www.example.com/my-enhancement-
styles.css">

Se encontrar erros, verifique se o servidor de origem está enviando o tipo MIME e os cabeçalhos de 
codificação corretos com os ativos.

Por exemplo, os tipos MIME e de codificação para scripts remotos são: application/
javascript;CHARSET=UTF-8.
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O MIME e o tipo de codificação das folhas de estilo remotas são: text/css;CHARSET=UTF-8.

Acompanhe suas variáveis

No processo de construção da amostra abaixo, haverá uma etapa que adiciona variáveis a ela para 
representar os dados que podem mudar de tarefa para tarefa e de trabalhador para trabalhador. Se 
você estiver começando com um dos modelos de amostra, certifique-se de estar ciente das variáveis 
que ele já usa. Ao criar seu script AWS Lambda de pré-anotação, sua saída precisará conter valores 
para qualquer uma dessas variáveis que você escolher manter.

Os valores que você usa para as variáveis podem vir do seu arquivo de manifesto. Todos os pares 
de chave/valor no seu objeto de dados são fornecidos ao seu Lambda de pré-anotação. Se for um 
script de passagem simples, as chaves correspondentes para valores em seu objeto de dados para 
nomes de variáveis em seu modelo são a maneira mais fácil de passar esses valores para as formas 
de tarefas que seus trabalhadores veem.

Uma amostra simples

Todas as tarefas começam e terminam com os elementos <crowd-form> </crowd-form>. Como 
os elementos HTML <form> padrão, todo o seu código de formulário deve estar entre eles.

Para uma tarefa simples de análise de tweets, use o elemento <crowd-classifier>. Ela requer 
os seguintes atributos:

• name - o nome da variável a ser usada para o resultado na saída do formulário.

• categories - uma matriz em formato JSON das possíveis respostas.

• header - um título para a ferramenta de anotação

Como filhos do elemento <crowd-classifier>, você deve ter três regiões.

• <classification-target> - o texto que o trabalhador classificará com base nas opções especificadas 
no atributo categories acima.

• <full-instructions> - instruções que estão disponíveis no link "Visualizar instruções completas" na 
ferramenta. Elas podem ser deixadas em branco, mas é recomendável que você forneça boas 
instruções para obter melhores resultados.

• <short-instructions> - uma descrição mais breve da tarefa que aparece na barra lateral da 
ferramenta. Elas podem ser deixadas em branco, mas é recomendável que você forneça boas 
instruções para obter melhores resultados.
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Uma versão simples dessa ferramenta ficaria assim.

Example de usar crowd-classifier

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-classifier  
    name="tweetFeeling" 
    categories="['positive','negative','neutral', 'unclear']" 
    header="Which term best describes this tweet?" 
  > 
     <classification-target> 
      My favorite football team won today!  
      Bring on the division finals! 
    </classification-target> 

    <full-instructions header="Sentiment Analysis Instructions"> 
      Try to determine the sentiment the author 
      of the tweet is trying to express.  
      If none seem to match, choose "cannot determine." 
    </full-instructions> 

    <short-instructions> 
      Pick the term best describing the sentiment  
      of the tweet.  
    </short-instructions> 

  </crowd-classifier>
</crowd-form>

Você pode copiar e colar o código no editor no fluxo de trabalho de criação de tarefas de rotulagem 
do Ground Truth para visualizar a ferramenta ou experimentar uma demonstração desse código no 
CodePen.
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Adicionar automação com o Liquid

Nosso sistema de modelo personalizado usa o Liquid para automação. Trata-se de uma linguagem 
de marcação de código aberto em linha. No Liquid, o texto entre chaves simples e símbolos de 
percentagem é uma instrução ou tag que realiza uma operação, como controle de fluxo ou iteração. 
O texto entre chaves duplas é uma variável ou um objeto que gera seu valor.

O uso mais comum do Liquid será para analisar os dados provenientes do pre-annotation Lambda 
(Lambda de pré-anotação) e extrair as variáveis relevantes para criar a tarefa. O objeto taskInput
retornado pelo Lambda de pré-anotação estará disponível como o objeto task.input em seus 
modelos.

As propriedades nos objetos de dados do seu manifesto são passadas para o seu Lambda de pré-
anotação como o event.dataObject. Um simples script de passagem simplesmente retorna esse 
objeto como o objeto taskInput. Você representa valores do seu manifesto como variáveis da 
seguinte forma.

Example Objeto de dados do manifesto

{ 
  "source": "This is a sample text for classification", 
  "labels": [ "angry" , "sad" , "happy" , "inconclusive" ], 
  "header": "What emotion is the speaker feeling?"
}
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Example Exemplo de HTML usando variáveis

<crowd-classifier  
  name='tweetFeeling' 
  categories='{{ task.input.labels | to_json }}' 
  header='{{ task.input.header }}' >
<classification-target> 
  {{ task.input.source }}
</classification-target>

Observe a adição de " | to_json" à propriedade labels acima. Esse é um filtro para transformar 
a matriz em uma representação JSON da matriz. Os filtros de variáveis são explicados na próxima 
seção.

A lista a seguir inclui dois tipos de tags Liquid que podem ser úteis para automatizar o 
processamento de dados de entrada em modelos. Se você selecionar um dos seguintes tipos de 
tags, será redirecionado para a documentação do Liquid.

• Fluxo de controle: inclui operadores lógicos de programação como if/else, unless e case/
when.

• Iteração: permite que você execute blocos de código repetidamente usando instruções como for 
loops.

Para ver um exemplo de um modelo HTML que usa elementos Liquid para criar um loop for, 
consulte translation-review-and-correction.liquid.html em. GitHub

Para obter mais informações e acessar a documentação, visite a página inicial Liquid.

Filtros de variáveis

Além dos filtros e ações padrão do Liquid, o Ground Truth oferece alguns filtros adicionais. Os filtros 
são aplicados colocando um caractere de barra vertical (|) após o nome da variável e, em seguida, 
especificando um nome do filtro. Os filtros podem ser encadeados na forma de:

Example

{{ <content> | <filter> | <filter> }}
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Escape automático e escape explícito

Por padrão, as entradas terão escape HTML para evitar confusão entre o texto da variável e o HTML. 
Você pode adicionar explicitamente o filtro escape para tornar mais óbvio para alguém que esteja 
lendo a origem do seu modelo que o escape está sendo feito.

escape_once

escape_once garante que, se você já tiver escapado seu código, ele não será reexibido além disso. 
Por exemplo, para que &amp; não se torne &amp;amp;.

skip_autoescape

skip_autoescape é útil quando seu conteúdo deve ser usado como HTML. Por exemplo, você 
pode ter alguns parágrafos de texto e algumas imagens nas instruções completas de uma caixa 
delimitadora.

Use skip_autoescape com moderação

A prática recomendada em modelos é evitar transmitir código da função ou marcação com
skip_autoescape, a menos que você tenha absoluta certeza de que tem o controle rígido 
sobre o que está sendo transmitido. Se você estiver transmitindo a entrada do usuário, 
poderá expor seus funcionários a um ataque de Cross Site Scripting.

to_json

to_jsoncodificará o que você envia para JSON (JavaScript Object Notation). Se você alimentar um 
objeto, ele será serializado.

grant_read_access

grant_read_access usa um URI do S3 e o codifica em um URL HTTPS com um token de acesso 
de curta duração para esse recurso. Isso possibilita exibir aos trabalhadores fotos, áudio ou vídeo de 
armazenados em buckets do S3 que de outra forma não são acessíveis publicamente.

Example dos filtros

Entrada

auto-escape: {{ "Have you read 'James & the Giant Peach'?" }}
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explicit escape: {{ "Have you read 'James & the Giant Peach'?" | escape }}
explicit escape_once: {{ "Have you read 'James &amp; the Giant Peach'?" | 
 escape_once }}
skip_autoescape: {{ "Have you read 'James & the Giant Peach'?" | skip_autoescape }}
to_json: {{ jsObject | to_json }}                 
grant_read_access: {{ "s3://mybucket/myphoto.png" | grant_read_access }}

Example

Saída

auto-escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape_once: Have you read &#39;James &amp; the Giant Peach&#39;?
skip_autoescape: Have you read 'James & the Giant Peach'?
to_json: { "point_number": 8, "coords": [ 59, 76 ] }
grant_read_access: https://s3.amazonaws.com/mybucket/myphoto.png?<access token and 
 other params>

Example de um modelo de classificação automatizado.

Para automatizar a amostra de classificação de texto simples, substitua o texto do tweet por uma 
variável.

O modelo de classificação de texto está abaixo com automação adicionada. As alterações/adições 
estão destacadas em negrito.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-classifier  
    name="tweetFeeling" 
    categories="['positive', 'negative', 'neutral', 'cannot determine']" 
    header="Which term best describes this tweet?"  
  > 
    <classification-target> 
        {{ task.input.source }}
    </classification-target> 

    <full-instructions header="Analyzing a sentiment"> 
      Try to determine the feeling the author  
      of the tweet is trying to express.  
      If none seem to match, choose "other." 
    </full-instructions> 

Criar fluxos de trabalho de rotulagem personalizados 1548



Amazon SageMaker Guia do Desenvolvedor

    <short-instructions> 
      Pick the term best describing the sentiment  
      of the tweet.  
    </short-instructions> 

  </crowd-classifier>
</crowd-form>

O texto do tweet que estava no exemplo anterior agora é substituído por um objeto. O objeto
entry.taskInput usa source (ou outro nome que você especificar no seu Lambda de pré-
anotação) como o nome da propriedade para o texto, e ele é inserido diretamente no HTML por estar 
entre chaves duplas.

nd-to-end Demonstrações e

Você pode ver as seguintes end-to-end demonstrações, que incluem exemplos da função Lambda:

• Modelo de demonstração: anotação de imagens com crowd-bounding-box

• Modelo de demonstração: intenções de rotulagem com crowd-classifier

Etapa 3: processando com AWS Lambda

Nesta etapa, você aprende a criar e especificar os dois tipos de funções do Lambda AWS
necessárias para criar um fluxo de trabalho de rotulagem personalizado:

• Lambda de pré-anotação: essa função inicia e pré-processa cada objeto de dados enviado ao seu 
trabalho de rotulagem antes de enviá-lo aos trabalhadores.

• Lambda de pós-anotação: essa função processa os resultados quando os trabalhadores enviam 
uma tarefa. Se você especificar vários trabalhadores por objeto de dados, essa função poderá 
incluir lógica para consolidar anotações.

Se você for um novo usuário do Lambda e do Ground Truth, recomendamos que você use as 
páginas desta seção da seguinte forma:

1. Primeiro, revise Requisitos da função do Lambda de pré-anotação e pós-anotação.

2. Em seguida, use a página Permissões obrigatórias para usar AWS Lambda com Ground Truth 
para aprender sobre os requisitos de segurança e permissão para usar suas funções do Lambda 
de pré-anotação e pós-anotação em um trabalho de rotulagem personalizado da Ground Truth.

Criar fluxos de trabalho de rotulagem personalizados 1549

https://aws.amazon.com/lambda/


Amazon SageMaker Guia do Desenvolvedor

3. Em seguida, é necessário acessar o console do Lambda ou utilizar as APIs do Lambda para 
criar suas funções. Use a seção Crie funções do Lambda para um fluxo de trabalho de rotulagem 
personalizado para aprender a criar funções do Lambda.

4. Para saber como testar sua função do Lambda, consulte Testar as funções do Lambda de pré-
anotação e pós-anotação.

5. Depois de criar funções do Lambda de pré-processamento e pós-processamento, selecione-as 
na seção Funções do Lambda que vem depois do editor de código para seu HTML personalizado 
no console do Ground Truth. Para saber como usar essas funções em uma solicitação de API
CreateLabelingJob, consulte Criar um trabalho de rotulagem (API).

Para um tutorial de fluxo de trabalho de rotulagem personalizado que inclui exemplos de funções do 
Lambda de pré-anotação e pós-anotação, no documento “Modelo de demonstração: anotação de 
imagens com crowd-bounding-box”.

Tópicos

• Requisitos da função do Lambda de pré-anotação e pós-anotação

• Permissões obrigatórias para usar AWS Lambda com Ground Truth

• Crie funções do Lambda para um fluxo de trabalho de rotulagem personalizado

• Testar as funções do Lambda de pré-anotação e pós-anotação

Requisitos da função do Lambda de pré-anotação e pós-anotação

Use esta seção para aprender sobre a sintaxe das solicitações enviadas para as funções do Lambda 
de pré-anotação e pós-anotação, e a sintaxe de resposta que o Ground Truth exige para executar 
um fluxo de trabalho de rotulagem personalizado.

Tópicos

• Lambda de pré-anotação

• Lambda de pós-anotação

Lambda de pré-anotação

Antes de uma tarefa de rotulagem ser enviada ao trabalhador, sua função do Lambda de pré-
anotação é invocada.
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O Ground Truth envia à sua função do Lambda uma solicitação em formato JSON para fornecer 
detalhes sobre o trabalho de rotulagem e o objeto de dados. A tabela a seguir contém os esquemas 
de solicitação de pré-anotação. Cada parâmetro é descrito abaixo.

Data object identified with "source-ref"

{ 
    "version": "2018-10-16", 
    "labelingJobArn": <labelingJobArn>
    "dataObject" : { 
        "source-ref": <s3Uri>
    }
}

Data object identified with "source"

{ 
    "version": "2018-10-16", 
    "labelingJobArn": <labelingJobArn>
    "dataObject" : { 
        "source": <string>
    }
}

• version (string): esse é um número da versão usado internamente pela Ground Truth.

• labelingJobArn (string): esse é o Nome de recurso da Amazon, ou ARN, do seu trabalho de 
rotulagem. Esse ARN pode ser usado para referenciar o trabalho de rotulagem ao usar operações 
de API Ground Truth, como DescribeLabelingJob.

• O dataObject (objeto JSON): a chave contém uma única linha JSON, do seu arquivo manifesto 
de entrada ou enviada do Amazon SNS. Os objetos de linha JSON no seu manifesto podem ter 
até 100 kilobytes de tamanho e conter uma variedade de dados. Para um trabalho de anotação 
de imagem muito básico, o dataObject JSON pode conter apenas uma chave source-ref, 
identificando a imagem a ser anotada. Se o objeto de dados (por exemplo, uma linha de texto) for 
incluído diretamente no arquivo manifesto de entrada, o objeto de dados será identificado com
source. Se você criar uma tarefa de verificação ou ajuste, essa linha poderá conter dados de 
etiqueta e metadados da trabalho de rotulagem anterior.
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A tabela a seguir inclui exemplos de blocos de código de uma solicitação de pré-anotação. Cada 
parâmetro nesses exemplos de solicitações é explicado abaixo da tabela com guias.

Data object identified with "source-ref"

{ 
    "version": "2018-10-16", 
    "labelingJobArn": "arn:aws:sagemaker:<aws_region>:<aws_account_number>:labeling-
job/<labeling_job_name>" 
    "dataObject" : { 
        "source-ref": "s3://<input-data-bucket>/<data-object-file-name>" 
    }
}

Data object identified with "source"

{ 
    "version": "2018-10-16", 
    "labelingJobArn": "arn:aws:sagemaker:<aws_region>:<aws_account_number>:labeling-
job/<labeling_job_name>" 
    "dataObject" : { 
        "source": "Sue purchased 10 shares of the stock on April 10th, 2020" 
    }
}

Em troca, o Ground Truth exige uma resposta formatada da seguinte forma:

Example de dados de retorno esperados

{ 
    "taskInput": <json object>, 
    "isHumanAnnotationRequired": <boolean> # Optional
}

No exemplo anterior, o <json object> precisa conter todos os dados de que seu modelo de 
tarefas de operador personalizado precisará. Se você estiver realizando uma tarefa de caixa 
delimitadora em que as instruções permanecem as mesmas o tempo todo, pode ser apenas o 
recurso HTTP(S) ou Amazon S3 para o arquivo de imagem. ~´Se é uma tarefa de análise de 
sentimento, e objetos diferentes podem ter opções diferentes, seria a referência do objeto como uma 
string e as opções como uma matriz de strings.
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Implicações de isHumanAnnotationRequired

Este valor é opcional, pois será o padrão para true. O caso de uso principal para a definição 
explícita é quando você deseja excluir esse objeto de dados de ser rotulado por operadores 
humanos.

Se você tiver uma mistura de objetos em seu manifesto, com alguns exigindo anotação por 
humano e alguns não precisando, você pode incluir um valor isHumanAnnotationRequired em 
cada objeto de dados. Você pode adicionar lógica à sua pré-anotação Lambda para determinar 
dinamicamente se um objeto requer anotação e definir esse valor booleano de acordo.

Exemplos de funções do Lambda de pré-anotação

A seguinte função do Lambda básica de pré-anotação acessa o objeto JSON em dataObject a 
partir da solicitação inicial e o retorna no parâmetro taskInput.

import json

def lambda_handler(event, context): 
    return { 
        "taskInput":  event['dataObject'] 
    }

Supondo que o arquivo manifesto de entrada "source-ref" seja usado para identificar objetos de 
dados, o modelo de tarefas de operador usado no mesmo trabalho de rotulagem dessa pré-anotação 
Lambda deve incluir um elemento Liquid como o seguinte para ser ingerido dataObject:

{{ task.input.source-ref | grant_read_access }}

Se o arquivo manifesto de entrada for usado source para identificar o objeto de dados, o modelo de 
tarefa de trabalho poderá ser ingerido dataObject com o seguinte:

{{ task.input.source }}

O exemplo de pré-anotação do Lambda a seguir inclui lógica para identificar a chave usada no
dataObject e apontar para esse objeto de dados usando taskObject na instrução de retorno do 
Lambda.
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import json

def lambda_handler(event, context): 

    # Event received 
    print("Received event: " + json.dumps(event, indent=2)) 

    # Get source if specified 
    source = event['dataObject']['source'] if "source" in event['dataObject'] else None 

    # Get source-ref if specified 
    source_ref = event['dataObject']['source-ref'] if "source-ref" in 
 event['dataObject'] else None 

    # if source field present, take that otherwise take source-ref 
    task_object = source if source is not None else source_ref 

    # Build response object 
    output = { 
        "taskInput": { 
            "taskObject": task_object 
        }, 
        "humanAnnotationRequired": "true" 
    } 

    print(output) 
    # If neither source nor source-ref specified, mark the annotation failed 
    if task_object is None: 
        print(" Failed to pre-process {} !".format(event["labelingJobArn"])) 
        output["humanAnnotationRequired"] = "false" 

    return output

Lambda de pós-anotação

Quando todos os operadores tiverem anotado o objeto de dados ou quando o
TaskAvailabilityLifetimeInSeconds for atingido, o que ocorrer primeiro, o Ground Truth 
enviará essas anotações para seu Lambda de pós-anotação. Esse Lambda é geralmente usado para
Consolidar anotações.
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Tip

Para ver um exemplo de uma função Lambda pós-consolidação, consulte
annotation_consolidation_lambda.py no repositório -recipe. aws-sagemaker-ground-truth
GitHub

O bloco de código a seguir contém o esquema de solicitação pós-anotação. Cada parâmetro é 
descrito na seguinte lista com marcadores.

{ 
    "version": "2018-10-16", 
    "labelingJobArn": <string>, 
    "labelCategories": [<string>], 
    "labelAttributeName": <string>, 
    "roleArn" : <string>, 
    "payload": { 
        "s3Uri": <string>
    } 
 }

• version (string): esse é um número da versão usado internamente pela Ground Truth.

• labelingJobArn (string): Esse é o nome de recurso da Amazon, ou ARN, do seu trabalho de 
rotulagem. Esse ARN pode ser usado para referenciar o trabalho de rotulagem ao usar operações 
de API Ground Truth, como DescribeLabelingJob.

• labelCategories (lista de sequências de caracteres): inclui as categorias de rótulos e outros 
atributos que você especificou no console ou que você incluiu no arquivo de configuração da 
categoria de rótulo.

• labelAttributeName (string): o nome do seu trabalho de rotulagem ou o nome de atributo do 
rótulo que você especifica ao criar o trabalho de rotulagem.

• roleArn (string): o nome do recurso da Amazon (ARN) da função de execução do IAM que você 
especifica ao criar a tarefa de rotulagem.

• payload (objeto JSON): um JSON que inclui uma chave s3Uri, que identifica a localização dos 
dados de anotação desse objeto de dados no Amazon S3. O segundo bloco de código abaixo 
mostra um exemplo desse arquivo de anotação.
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O bloco de código a seguir contém um exemplo de uma solicitação pós-anotação. Cada parâmetro 
nesses exemplos de solicitações é explicado abaixo da tabela com guias.

Example de uma solicitação Lambda de pós-anotação

{ 
    "version": "2018-10-16", 
    "labelingJobArn": "arn:aws:sagemaker:us-west-2:111122223333:labeling-job/labeling-
job-name", 
    "labelCategories": ["Ex Category1","Ex Category2", "Ex Category3"], 
    "labelAttributeName": "labeling-job-attribute-name", 
    "roleArn" : "arn:aws:iam::111122223333:role/role-name", 
    "payload": { 
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/annotations.json" 
    } 
 }

Note

Se nenhum operador trabalhar no objeto de dados e o
TaskAvailabilityLifetimeInSeconds for atingido, o objeto de dados será marcado 
como falha e não será incluído como parte da invocação do Lambda de pós-anotação.

O bloco de código a seguir contém o esquema de carga útil. Esse é o arquivo indicado pelo s3Uri
parâmetro no objeto JSON de solicitação payload Lambda de pós-anotação. Por exemplo, se o 
bloco de código anterior for a solicitação Lambda pós-anotação, o arquivo de anotação a seguir está 
localizado em s3://DOC-EXAMPLE-BUCKET/annotations.json.

Cada parâmetro é descrito na seguinte lista com marcadores.

Example de um arquivo de anotação

[ 
    { 
        "datasetObjectId": <string>, 
        "dataObject": { 
            "s3Uri": <string>, 
            "content": <string>
        }, 
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        "annotations": [{ 
            "workerId": <string>, 
            "annotationData": { 
                "content": <string>, 
                "s3Uri": <string>
            } 
       }] 
    }
]

• datasetObjectId (string): identifica uma ID exclusiva que a Ground Truth atribui a cada objeto 
de dados que você envia para o trabalho de rotulagem.

• dataObject (objeto JSON): o objeto de dados que foi rotulado. Se o objeto de dados estiver 
incluído no arquivo manifesto de entrada e identificado usando a source chave (por exemplo, 
uma string), dataObject inclua uma content chave que identifica o objeto de dados. Caso 
contrário, a localização do objeto de dados (por exemplo, um link ou URI do S3) será identificada 
com s3Uri.

• annotations (lista de objetos JSON): essa lista contém um único objeto JSON para cada 
anotação enviada pelos trabalhadores para esse dataObject. Um único objeto JSON contém um 
único workerId que pode ser usado para identificar o trabalhador que enviou essa anotação. A 
chave annotationData contém um dos seguintes valores:

• content (string): contém os dados de anotação.

• s3Uri (string): contém um URI do S3 que identifica a localização dos dados de anotação.

A tabela a seguir contém exemplos do conteúdo que você pode encontrar no payload para diferentes 
tipos de anotação.

Named Entity Recognition Payload

[ 
    { 
      "datasetObjectId": "1", 
      "dataObject": { 
        "content": "Sift 3 cups of flour into the bowl." 
      }, 
      "annotations": [ 
        { 
          "workerId": "private.us-west-2.ef7294f850a3d9d1", 
          "annotationData": { 
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            "content": "{\"crowd-entity-annotation\":{\"entities\":[{\"endOffset
\":4,\"label\":\"verb\",\"startOffset\":0},{\"endOffset\":6,\"label\":\"number
\",\"startOffset\":5},{\"endOffset\":20,\"label\":\"object\",\"startOffset\":15},
{\"endOffset\":34,\"label\":\"object\",\"startOffset\":30}]}}" 
          } 
        } 
      ] 
    }
]

Semantic Segmentation Payload

[ 
    { 
      "datasetObjectId": "2", 
      "dataObject": { 
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/gt-input-data/images/bird3.jpg" 
      }, 
      "annotations": [ 
        { 
          "workerId": "private.us-west-2.ab1234c5678a919d0", 
          "annotationData": { 
            "content": "{\"crowd-semantic-segmentation\":{\"inputImageProperties\":
{\"height\":2000,\"width\":3020},\"labelMappings\":{\"Bird\":{\"color\":\"#2ca02c
\"}},\"labeledImage\":{\"pngImageData\":\"iVBOR...\"}}}" 
          } 
        } 
      ] 
    } 
  ]

Bounding Box Payload

[ 
    { 
      "datasetObjectId": "0", 
      "dataObject": { 
        "s3Uri": "s3://DOC-EXAMPLE-BUCKET/gt-input-data/images/bird1.jpg" 
      }, 
      "annotations": [ 
        { 
          "workerId": "private.us-west-2.ab1234c5678a919d0", 
          "annotationData": { 
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            "content": "{\"boundingBox\":{\"boundingBoxes\":[{\"height\":2052,
\"label\":\"Bird\",\"left\":583,\"top\":302,\"width\":1375}],\"inputImageProperties
\":{\"height\":2497,\"width\":3745}}}" 
          } 
        } 
      ] 
    } 
 ]

Sua função do Lambda de pós-anotação pode conter uma lógica semelhante à seguinte para 
percorrer e acessar todas as anotações contidas na solicitação. Para ver um exemplo completo, 
consulte annotation_consolidation_lambda.py no GitHub repositório aws-sagemaker-ground-
truth-recipe. Neste GitHub exemplo, você deve adicionar sua própria lógica de consolidação de 
anotações.

for i in range(len(annotations)): 
    worker_id = annotations[i]["workerId"] 
    annotation_content = annotations[i]['annotationData'].get('content') 
    annotation_s3_uri = annotations[i]['annotationData'].get('s3uri') 
    annotation = annotation_content if annotation_s3_uri is None else 
 s3_client.get_object_from_s3( 
        annotation_s3_uri) 
    annotation_from_single_worker = json.loads(annotation) 

    print("{} Received Annotations from worker [{}] is [{}]" 
            .format(log_prefix, worker_id, annotation_from_single_worker))

Tip

Ao executar algoritmos de consolidação nos dados, você pode usar um serviço de banco de 
dados do AWS para armazenar os resultados ou pode passar os resultados processados de 
volta para a Ground Truth. Os dados que você retorna ao Ground Truth são armazenados 
em manifestos de anotação consolidados no bucket do S3 especificado para saída durante a 
configuração do trabalho de rotulagem.

Em troca, o Ground Truth exige uma resposta formatada da seguinte forma:
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Example de dados de retorno esperados

[ 
   {         
        "datasetObjectId": <string>, 
        "consolidatedAnnotation": { 
            "content": { 
                "<labelattributename>": { 
                     # ... label content
                } 
            } 
        } 
    }, 
   {         
        "datasetObjectId": <string>, 
        "consolidatedAnnotation": { 
            "content": { 
                "<labelattributename>": { 
                     # ... label content
                } 
            } 
        } 
    } 
    . 
    . 
    .
]

Neste ponto, todos os dados que você está enviando para seu bucket S3, exceto o
datasetObjectId, estão no objeto content.

Quando você retorna anotações em content, isso resulta em uma entrada no manifesto de saída 
do seu trabalho, como a seguinte:

Example do formato do rótulo no manifesto de saída

{  "source-ref"/"source" : "<s3uri or content>",  
   "<labelAttributeName>": { 
         # ... label content from you
    },    
   "<labelAttributeName>-metadata": { # This will be added by Ground Truth 
        "job_name": <labelingJobName>, 
        "type": "groundTruth/custom", 
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        "human-annotated": "yes",  
        "creation_date": <date> # Timestamp of when received from Post-labeling Lambda 
    }
}

Por causa da natureza potencialmente complexa de um modelo personalizado e dos dados que ele 
coleta, o Ground Truth não oferece processamento adicional dos dados ou percepções sobre ele.

Permissões obrigatórias para usar AWS Lambda com Ground Truth

Talvez seja necessário configurar alguns ou todos os itens a seguir para criar e usar AWS Lambda 
com o Ground Truth.

• Você precisa conceder permissão a uma função ou usuário do IAM (coletivamente, uma entidade 
do IAM) para criar as funções do Lambda de pré-anotação e pós-anotação usando e escolhê-las 
ao criar o trabalho de rotulagem AWS Lambda.

• A função de execução do IAM especificada quando o trabalho de rotulagem é configurado precisa 
de permissão para invocar as funções do Lambda de pré-anotação e pós-anotação.

• As funções de pós-anotação do Lambda podem precisar de permissão para acessar o Amazon 
S3.

Use as seções a seguir para aprender como criar as entidades do IAM e conceder as permissões 
descritas acima.

Tópicos

• Conceder permissão para criar e selecionar uma função AWS Lambda

• Conceda permissão da função de execução do IAM para invocar AWS Lambda funções

• Conceder permissões Lambda de pós-anotação para acessar a anotação

Conceder permissão para criar e selecionar uma função AWS Lambda

Se você não precisar de permissões granulares para desenvolver funções do Lambda de pré-
anotação e pós-anotação, poderá anexar a política gerenciada a um usuário ou função. AWS
AWSLambda_FullAccess Essa política concede amplas permissões para usar todos os recursos 
do Lambda, bem como permissão para realizar ações em outros serviços de AWS com os quais o 
Lambda interage.
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Para criar uma política mais granular para casos de uso sensíveis à segurança, consulte a 
documentação Políticas do IAM baseadas em identidade para Lambda no Guia do Desenvolvedor
para saber como criar uma política de IAM adequada ao seu caso de uso AWS Lambda.

Políticas para usar o console do Lambda

Se você quiser conceder permissão a uma entidade do IAM para usar o console Lambda, consulte 
Como usar o console Lambda no Guia do desenvolvedor AWS Lambda.

Além disso, se você quiser que o usuário possa acessar e implantar as funções iniciais de pré-
anotação e pós-anotação do Ground Truth usando o AWS Serverless Application Repository no 
console Lambda, você deve especificar <aws-region> onde deseja implantar as funções (essa 
deve ser a mesma AWS região usada para criar o trabalho de rotulagem) e adicionar a política a 
seguir à função do IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "serverlessrepo:ListApplicationVersions", 
                "serverlessrepo:GetApplication", 
                "serverlessrepo:CreateCloudFormationTemplate" 
            ], 
            "Resource": "arn:aws:serverlessrepo:<aws-region>:838997950401:applications/
aws-sagemaker-ground-truth-recipe" 
        }, 
        { 
            "Sid": "VisualEditor1", 
            "Effect": "Allow", 
            "Action": "serverlessrepo:SearchApplications", 
            "Resource": "*" 
        } 
    ]
}

Políticas para ver as funções do Lambda no console Ground Truth

Para conceder permissão a uma entidade do IAM para visualizar as funções do Lambda no console 
do Ground Truth quando o usuário está criando um trabalho de rotulagem personalizado, a entidade 
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deve ter as permissões descritas em Conceder permissões do IAM para usar o console do Amazon 
SageMaker Ground Truth, incluindo as permissões descritas na seção Personalizar permissões de 
fluxo de trabalho de rotulagem.

Conceda permissão da função de execução do IAM para invocar AWS Lambda funções

Se você adicionar a política gerenciada do IAM AmazonSageMakerGroundTruthExecutionà função 
de execução do IAM usada para criar o trabalho de rotulagem, essa função terá permissão para 
listar e invocar funções do Lambda com uma das seguintes sequências de caracteres no nome da 
funçãoGtRecipe:SageMaker,,,Sagemaker, sagemaker ou. LabelingFunction

Se os nomes da função do Lambda de pré-anotação ou pós-anotação não incluírem um dos 
termos do parágrafo anterior, ou se você precisar de mais permissões granulares do que as da 
política AmazonSageMakerGroundTruthExecution gerenciada, poderá adicionar uma política 
semelhante à seguinte para dar permissão ao perfil de execução para invocar funções de pré-
anotação e pós-anotação.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action":  
                "lambda:InvokeFunction", 
            "Resource": [ 
                "arn:aws:lambda:<region>:<account-id>:function:<pre-annotation-lambda-
name>", 
                "arn:aws:lambda:<region>:<account-id>:function:<post-annotation-lambda-
name>" 
            ] 
        } 
    ]
}

Conceder permissões Lambda de pós-anotação para acessar a anotação

Conforme descrito em Lambda de pós-anotação, a solicitação Lambda pós-anotação inclui a 
localização dos dados de anotação no Amazon S3. Esse local é identificado pela string s3Uri no 
objeto payload. Para processar as anotações assim que elas chegam, mesmo para uma simples 
função de passagem direta, você precisa atribuir as permissões necessárias ao perfil de execução 
pós-anotação do Lambda para ler arquivos do seu bucket do S3.
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Há várias maneiras de configurar o Lambda para acessar dados de anotação no Amazon S3. Duas 
formas comuns são:

• Permita que a função de execução do Lambda assuma a função de SageMaker execução 
identificada roleArn na solicitação Lambda pós-anotação. Essa função de SageMaker execução 
é a usada para criar o trabalho de rotulagem e tem acesso ao bucket de saída do Amazon S3 onde 
os dados da anotação são armazenados.

• Conceda permissão à função de execução do Lambda para acessar diretamente o bucket de 
saída do Amazon S3.

Use as seguintes seções para aprender como configurar essas opções.

Conceda permissão à Lambda para assumir a função de execução SageMaker

Para permitir que uma função Lambda assuma uma função de SageMaker execução, você deve 
anexar uma política à função de execução da função Lambda e modificar a relação de confiança da 
função de SageMaker execução para permitir que a Lambda a assuma.

1. Anexe a seguinte política do IAM à função de execução da sua função Lambda para assumir a 
função de SageMaker execução identificada em. Resource Substitua 222222222222 pelo ID da 
conta AWS. Substitua sm-execution-role pelo nome do perfil de admissão.

{ 
    "Version": "2012-10-17", 
    "Statement": { 
        "Effect": "Allow", 
        "Action": "sts:AssumeRole", 
        "Resource": "arn:aws:iam::222222222222:role/sm-execution-role" 
    }
}

2. Modifique a política de confiança da função de SageMaker execução para incluir o 
seguinteStatement. Substitua 222222222222 pelo ID da conta AWS. Substitua my-lambda-
execution-role pelo nome do perfil de admissão.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
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            "Principal": { 
                "AWS": "arn:aws:iam::222222222222:role/my-lambda-execution-role" 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

Conceder permissão do perfil de execução do Lambda para acessar o S3

Você pode adicionar uma política semelhante à seguinte à função de execução da função do 
Lambda pós-anotação para dar a ela permissões de leitura do S3. Substitua DOC-EXAMPLE-BUCKET
pelo nome do bucket de saída que você especifica ao criar um trabalho de rotulagem.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "arn:aws:s3:::DOC-EXAMPLE-BUCKET/*" 
        } 
    ]
}

Para adicionar permissões de leitura do S3 a uma função de execução do Lambda no console 
Lambda, use o procedimento a seguir.

Adicione permissões de leitura do S3 à pós-anotação Lambda:

1. Abra a página Funções no console do Lambda.

2. Escolha o nome da função de pós-anotação.

3. Escolha Configuração e, em seguida, escolha Permissões.

4. Selecione o nome da função e a página de resumo dessa função será aberta no console do IAM 
em uma nova guia.

5. Selecione Anexar políticas.

6. Execute um destes procedimentos:
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• Pesquise e selecione AmazonS3ReadOnlyAccess para dar permissão à função para ler 
todos os buckets e objetos na conta.

• Se você precisar de permissões mais granulares, selecione Criar política e use o exemplo de 
política na seção anterior para criar uma política. Observe que você deve voltar para a página 
de resumo da função de execução depois de criar a política.

7. Se você usou a política AmazonS3ReadOnlyAccess gerenciada, selecione Anexar política.

Se você criou uma nova política, volte para a página de resumo da função de execução do 
Lambda e anexe a política que você acabou de criar.

Crie funções do Lambda para um fluxo de trabalho de rotulagem personalizado

É possível criar uma função do Lambda usando o console do LambdaAWS CLI, a ou um AWS 
SDK em uma linguagem de programação compatível de sua escolha. Use o Guia do AWS Lambda 
desenvolvedor para saber mais sobre cada uma dessas opções:

• Para aprender como criar uma função do Lambda usando o console, consulte Criar uma função do 
Lambda com o console.

• Para saber como criar uma função do Lambda usando o AWS CLI, consulte Usando o Lambda 
AWS com a interface da linha de comando AWS.

• Selecione a seção relevante no sumário para saber mais sobre como trabalhar com o Lambda no 
idioma de sua escolha. Por exemplo, selecione Trabalhando com Python para saber mais sobre 
como usar o Lambda com o AWS SDK for Python (Boto3).

O Ground Truth fornece modelos de pré-anotação e pós-anotação por meio de uma receita (SAR)
AWS Serverless Application Repository. Siga o procedimento a seguir para selecionar a receita do 
Ground Truth no console do Lambda.

Use a receita SAR do Ground Truth para criar funções do Lambda de pré-anotação e pós-anotação:

1. Abra a página Funções no console do Lambda.

2. Selecione Criar função.

3. Selecione Pesquisar repositório de aplicativos sem servidor.

4. Na caixa de texto de pesquisa, digite aws-sagemaker-ground-truth-recipe e selecione esse 
aplicativo.
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5. Selecione Implantar. O aplicativo pode levar alguns minutos para ser implantado.

Depois que o aplicativo é implantado, duas funções aparecem na seção Funções do console 
Lambda: serverlessrepo-aws-sagema-GtRecipePreHumanTaskFunc-<id> e
serverlessrepo-aws-sagema-GtRecipeAnnotationConsol-<id>.

6. Selecione uma dessas funções e adicione sua lógica personalizada na seção Código.

7. Quando terminar de fazer alterações, selecione Implantar para implantá-las.

Testar as funções do Lambda de pré-anotação e pós-anotação

Você pode testar suas funções do Lambda de pré-anotação e pós-anotação no console Lambda. Se 
você for um novo usuário do Lambda, poderá saber como testar ou invocar suas funções do Lambda 
no console usando o tutorial Criar uma função do Lambda com o console no Guia do desenvolvedor 
AWS Lambda.

Você pode usar as seções desta página para aprender como testar os modelos de pré-anotação 
e pós-anotação do Ground Truth fornecidos por meio de um (SAR) AWS Serverless Application 
Repository.

Tópicos

• Pré-requisitos

• Sua função do Lambda de pré-anotação

• Sua função do Lambda de pós-anotação

Pré-requisitos

Você deve fazer o seguinte para usar os testes descritos nesta página.

• Você precisa acessar o console Lambda e precisa de permissão para criar e invocar funções do 
Lambda. Para saber como configurar essas permissões, consulte Conceder permissão para criar e 
selecionar uma função AWS Lambda.

• Se você não implantou a receita SAR do Ground Truth, use o procedimento em Crie funções do 
Lambda para um fluxo de trabalho de rotulagem personalizado para fazer isso.

• Para testar a função do Lambda de pós-anotação, você deve ter um arquivo de dados no Amazon 
S3 com dados de anotação de amostra. Para um teste simples, você pode copiar e colar o código 
a seguir em um arquivo, salvá-lo como sample-annotations.json e fazer o upload desse 
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arquivo no Amazon S3. Observe o URI do S3 desse arquivo. Você precisa dessas informações 
para configurar o teste Lambda pós-anotação.

[{"datasetObjectId":"0","dataObject":{"content":"To train a machine learning model, 
 you need a large, high-quality, labeled dataset. Ground Truth helps you build 
 high-quality training datasets for your machine learning models."},"annotations":
[{"workerId":"private.us-west-2.0123456789","annotationData":{"content":"{\"crowd-
entity-annotation\":{\"entities\":[{\"endOffset\":8,\"label\":\"verb\",\"startOffset
\":3},{\"endOffset\":27,\"label\":\"adjective\",\"startOffset\":11},{\"endOffset
\":33,\"label\":\"object\",\"startOffset\":28},{\"endOffset\":51,\"label\":
\"adjective\",\"startOffset\":46},{\"endOffset\":65,\"label\":\"adjective\",
\"startOffset\":53},{\"endOffset\":74,\"label\":\"adjective\",\"startOffset\":67},
{\"endOffset\":82,\"label\":\"adjective\",\"startOffset\":75},{\"endOffset\":102,
\"label\":\"verb\",\"startOffset\":97},{\"endOffset\":112,\"label\":\"verb\",
\"startOffset\":107},{\"endOffset\":125,\"label\":\"adjective\",\"startOffset
\":113},{\"endOffset\":134,\"label\":\"adjective\",\"startOffset\":126},{\"endOffset
\":143,\"label\":\"object\",\"startOffset\":135},{\"endOffset\":169,\"label
\":\"adjective\",\"startOffset\":153},{\"endOffset\":176,\"label\":\"object\",
\"startOffset\":170}]}}"}}]},{"datasetObjectId":"1","dataObject":{"content":"Sift 
 3 cups of flour into the bowl."},"annotations":[{"workerId":"private.us-
west-2.0123456789","annotationData":{"content":"{\"crowd-entity-annotation\":
{\"entities\":[{\"endOffset\":4,\"label\":\"verb\",\"startOffset\":0},{\"endOffset
\":6,\"label\":\"number\",\"startOffset\":5},{\"endOffset\":20,\"label\":\"object
\",\"startOffset\":15},{\"endOffset\":34,\"label\":\"object\",\"startOffset
\":30}]}}"}}]},{"datasetObjectId":"2","dataObject":{"content":"Jen purchased 10 
 shares of the stock on Janurary 1st, 2020."},"annotations":[{"workerId":"private.us-
west-2.0123456789","annotationData":{"content":"{\"crowd-entity-annotation
\":{\"entities\":[{\"endOffset\":3,\"label\":\"person\",\"startOffset\":0},
{\"endOffset\":13,\"label\":\"verb\",\"startOffset\":4},{\"endOffset\":16,\"label
\":\"number\",\"startOffset\":14},{\"endOffset\":58,\"label\":\"date\",\"startOffset
\":40}]}}"}}]},{"datasetObjectId":"3","dataObject":{"content":"The narrative 
 was interesting, however the character development was weak."},"annotations":
[{"workerId":"private.us-west-2.0123456789","annotationData":{"content":"{\"crowd-
entity-annotation\":{\"entities\":[{\"endOffset\":29,\"label\":\"adjective\",
\"startOffset\":18},{\"endOffset\":73,\"label\":\"adjective\",\"startOffset
\":69}]}}"}}]}]

• Você deve usar as instruções Conceder permissões Lambda de pós-anotação para acessar a 
anotação para dar permissão à função de execução da função Lambda de pós-anotação para 
assumir a função de execução usada para SageMaker criar o trabalho de rotulagem. A função 
Lambda de pós-anotação usa a função de execução para acessar SageMaker o arquivo de dados 
de anotação,, no S3. sample-annotations.json
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Sua função do Lambda de pré-anotação

Use o procedimento a seguir para testar a função do Lambda de pré-anotação criada quando você 
implantou a receita do AWS Serverless Application Repository Ground Truth (SAR).

Teste a função do Lambda de pré-anotação da receita Ground Truth SAR

1. Abra a página Funções no console do Lambda.

2. Selecione a função de pré-anotação que foi implantada a partir da receita SAR do 
Ground Truth. O nome dessa função é semelhante a serverlessrepo-aws-sagema-
GtRecipePreHumanTaskFunc-<id>.

3. Na seção Origem do código, selecione a seta ao lado de Testar.

4. Selecione Configurar evento de teste.

5. Mantenha a opção Criar novo evento de teste selecionada.

6. Em Modelo de evento, selecione SageMakerGround Truth PreHumanTask.

7. Dê ao seu teste um Nome do evento.

8. Escolha Criar.

9. Selecione a seta ao lado de Testar novamente e você verá que o teste que você criou está 
selecionado, indicado com um ponto ao lado do nome do evento. Se não estiver selecionado, 
selecione-o.

10. Selecione Testar para executar o teste.

Depois de executar o teste, você pode ver os resultados da execução. Em Registros de função, você 
deverá ver a seguinte resposta da função:

START RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f Version: $LATEST
Received event: { 
  "version": "2018-10-16", 
  "labelingJobArn": "arn:aws:sagemaker:us-east-2:123456789012:labeling-job/example-
job", 
  "dataObject": { 
    "source-ref": "s3://sagemakerexample/object_to_annotate.jpg" 
  }
}
{'taskInput': {'taskObject': 's3://sagemakerexample/object_to_annotate.jpg'}, 
 'isHumanAnnotationRequired': 'true'}
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END RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f
REPORT RequestId: cd117d38-8365-4e1a-bffb-0dcd631a878f Duration: 0.42 ms Billed 
 Duration: 1 ms Memory Size: 128 MB Max Memory Used: 43 MB

Nessa resposta, podemos ver que a saída da função do Lambda corresponde à sintaxe de resposta 
de pré-anotação necessária:

{'taskInput': {'taskObject': 's3://sagemakerexample/object_to_annotate.jpg'}, 
 'isHumanAnnotationRequired': 'true'}

Sua função do Lambda de pós-anotação

Use o procedimento a seguir para testar a função do Lambda de pós-anotação criada quando você 
implantou a receita do AWS Serverless Application Repository Ground Truth (SAR).

Teste a receita de SAR de Ground Truth após a anotação Lambda

1. Abra a página Funções no console do Lambda.

2. Selecione a função de pós-anotação que foi implantada a partir da receita SAR do 
Ground Truth. O nome dessa função é semelhante serverlessrepo-aws-sagema-
GtRecipeAnnotationConsol-<id> a.

3. Na seção Origem do código, selecione a seta ao lado de Testar.

4. Selecione Configurar evento de teste.

5. Mantenha a opção Criar novo evento de teste selecionada.

6. Em Modelo de evento, selecione SageMakerGround Truth AnnotationConsolidation.

7. Dê ao seu teste um Nome do evento.

8. Modifique o código do modelo de mapeamento da seguinte maneira:

• Substitua o Amazon Resource Name (ARN) pelo ARN da função de SageMaker execução que 
você usou para criar o trabalho de rotulagem. roleArn

• Substitua o URI do S3 em s3Uri pelo URI do arquivo sample-annotations.json que 
você adicionou ao Amazon S3.

Depois de fazer essas modificações, o teste deve ser semelhante ao seguinte:

{ 
  "version": "2018-10-16", 
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  "labelingJobArn": "arn:aws:sagemaker:us-east-2:123456789012:labeling-job/example-
job", 
  "labelAttributeName": "example-attribute", 
  "roleArn": "arn:aws:iam::222222222222:role/sm-execution-role", 
  "payload": { 
    "s3Uri": "s3://your-bucket/sample-annotations.json" 
  }
}

9. Escolha Criar.

10. Selecione a seta ao lado de Testar novamente e você verá que o teste que você criou está 
selecionado, indicado com um ponto ao lado do nome do evento. Se não estiver selecionado, 
selecione-o.

11. Selecione o Testar para executar o teste.

Depois de executar o teste, você deve ver uma -- Consolidated Output -- seção nos logs de 
funções, que contém uma lista de todas as anotações incluídas em sample-annotations.json.

Modelo de demonstração: anotação de imagens com crowd-bounding-box

Ao escolher usar um modelo personalizado como seu tipo de tarefa no console do Amazon 
SageMaker Ground Truth, você acessa o painel de tarefas de rotulagem personalizada. Ali, você 
pode escolher entre vários modelos básicos. Os modelos representam algumas das tarefas mais 
comuns e fornecem uma amostra a partir da qual você cria o modelo da tarefa de rotulagem 
personalizado. Se você não estiver usando o console ou como um recurso adicional, consulte
Amazon SageMaker Ground Truth Sample Task UIs para obter um repositório de modelos de 
demonstração para uma variedade de tipos de tarefas de rotulagem.

Essa demonstração funciona com o BoundingBoxmodelo. A demonstração também funciona com 
as funções do AWS Lambda necessárias para processar os dados antes e depois da tarefa. No 
repositório do Github acima, para encontrar modelos que funcionem com funções do AWS Lambda, 
procure {{ task.input.<property name> }} no modelo.

Tópicos

• Modelo personalizado de caixa delimitadora inicial

• Seu próprio modelo personalizado de caixa delimitadora

• Seu arquivo de manifesto

• Sua função Lambda de pré-anotação
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• Sua função Lambda de pós-anotação

• A saída do seu trabalho de rotulagem

Modelo personalizado de caixa delimitadora inicial

Este é o modelo de caixa delimitadora inicial fornecido.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-bounding-box 
    name="boundingBox" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="{{ task.input.header }}" 
    labels="{{ task.input.labels | to_json | escape }}" 
  > 

    <!-- The <full-instructions> tag is where you will define the full instructions of 
 your task. --> 
    <full-instructions header="Bounding Box Instructions" > 
      <p>Use the bounding box tool to draw boxes around the requested target of 
 interest:</p> 
      <ol> 
        <li>Draw a rectangle using your mouse over each instance of the target.</li> 
        <li>Make sure the box does not cut into the target, leave a 2 - 3 pixel 
 margin</li> 
        <li> 
          When targets are overlapping, draw a box around each object, 
          include all contiguous parts of the target in the box. 
          Do not include parts that are completely overlapped by another object. 
        </li> 
        <li> 
          Do not include parts of the target that cannot be seen, 
          even though you think you can interpolate the whole shape of the target. 
        </li> 
        <li>Avoid shadows, they're not considered as a part of the target.</li> 
        <li>If the target goes off the screen, label up to the edge of the image.</li> 
      </ol> 
    </full-instructions> 

    <!-- The <short-instructions> tag allows you to specify instructions that are 
 displayed in the left hand side of the task interface. 
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    It is a best practice to provide good and bad examples in this section for quick 
 reference. --> 
    <short-instructions> 
      Use the bounding box tool to draw boxes around the requested target of interest. 
    </short-instructions> 
  </crowd-bounding-box>
</crowd-form>

Os modelos personalizados usam a Linguagem de modelo Liquid, e cada um dos itens entre 
chaves duplas é uma variável. A função de pré-anotação do AWS Lambda deve fornecer um 
objeto chamado taskInput e as propriedades desse objeto podem ser acessadas como
{{ task.input.<property name> }} no seu modelo.

Seu próprio modelo personalizado de caixa delimitadora

Por exemplo, suponha que você tenha uma grande coleção de fotos de animais em que você 
conhece o tipo de animais na imagem por meio de um trabalho anterior de classificação de imagem. 
Agora você quer ter uma caixa delimitadora desenhada em torno dela.

Na amostra inicial, existem três variáveis: taskObject, header e labels.

Cada um deles seria representado em diferentes partes da caixa delimitadora.

• taskObject é um URL HTTP(S) ou URI do S3 para a foto a ser anotada. O | 
grant_read_access adicionado é um filtro que converterá um URI do S3 em um HTTPS URL 
com acesso de curta duração a esse recurso. Se você estiver usando um URL HTTP(S), ele não 
será necessário.

• header é o texto acima da foto a ser rotulado, algo como "Desenhe uma caixa ao redor do 
pássaro na foto".

• labels é uma matriz, representada como ['item1', 'item2', ...]. Esses são rótulos que 
podem ser atribuídos pelo trabalhador às diferentes caixas que eles desenham. Você pode ter um 
ou muitos.

Cada um dos nomes de variáveis vem do objeto JSON na resposta do seu Lambda de pré-anotação. 
Os nomes acima são meramente sugeridos. Use qualquer nome de variável que faça sentido para 
você e favoreça a legibilidade do código na sua equipe.
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Use apenas variáveis quando necessário

Se um campo não for alterado, você poderá remover essa variável do modelo e substituí-la 
por esse texto. Caso contrário, será necessário repetir esse texto como um valor em cada 
objeto no manifesto ou codificá-lo na função Lambda de pré-anotação.

Example : Modelo final de caixa delimitadora personalizada

Para manter as coisas simples, esse modelo terá uma variável, um rótulo e instruções muito básicas. 
Supondo que seu manifesto tenha uma propriedade "animal" em cada objeto de dados, esse valor 
pode ser reutilizado em duas partes do modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-bounding-box 
    name="boundingBox" 
    labels="[ '{{ task.input.animal }}' ]" 
    src="{{ task.input.source-ref | grant_read_access }}" 
    header="Draw a box around the {{ task.input.animal }}." 
  > 
    <full-instructions header="Bounding Box Instructions" > 
      <p>Draw a bounding box around the {{ task.input.animal }} in the image. If  
      there is more than one {{ task.input.animal }} per image, draw a bounding  
      box around the largest one.</p> 
      <p>The box should be tight around the {{ task.input.animal }} with  
      no more than a couple of pixels of buffer around the  
      edges.</p> 
      <p>If the image does not contain a {{ task.input.animal }}, check the <strong> 
      Nothing to label</strong> box. 
    </full-instructions> 
    <short-instructions> 
      <p>Draw a bounding box around the {{ task.input.animal }} in each image. If  
      there is more than one {{ task.input.animal }} per image, draw a bounding  
      box around the largest one.</p> 
    </short-instructions> 
  </crowd-bounding-box>
</crowd-form>

Observe a reutilização de {{ task.input.animal }} em todo o modelo. Se o seu manifesto 
tivesse todos os nomes de animais começando com letra maiúscula, você poderia usar
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{{ task.input.animal | downcase }}, incorporando um dos filtros integrados do Liquid em 
frases que precisavam ser apresentadas em minúsculas.

Seu arquivo de manifesto

Seu arquivo de manifesto deve fornecer os valores das variáveis que você está usando em seu 
modelo. Você pode fazer uma certa transformação dos seus dados de manifesto no seu Lambda 
de pré-anotação, mas, se não precisar, mantenha um menor risco de erros e seu Lambda será 
executado mais rapidamente. Veja a seguir um exemplo de arquivo de manifesto para o modelo.

{"source-ref": "<S3 image URI>", "animal": "horse"}
{"source-ref": "<S3 image URI>", "animal" : "bird"}
{"source-ref": "<S3 image URI>", "animal" : "dog"}
{"source-ref": "<S3 image URI>", "animal" : "cat"}

Sua função Lambda de pré-anotação

Como parte da configuração do trabalho, forneça o ARN de uma função do AWS Lambda que possa 
ser chamado para processar suas entradas de manifesto e transmiti-las ao mecanismo de modelo.

Redação de sua função do Lambda

A melhor prática ao nomear sua função é usar um das quatro strings a seguir como parte do 
nome da função: SageMaker, Sagemaker, sagemaker, ou LabelingFunction. Isso se 
aplica às funções de pré-anotação e pós-anotação.

Quando você estiver usando o console, se tiver AWS funções do Lambda que pertencem à sua 
conta, será fornecida uma lista suspensa das funções que atendem aos requisitos de nomenclatura 
para você escolher uma.

Neste exemplo muito básico, você está apenas passando as informações do manifesto sem fazer 
nenhum processamento adicional nele. Esta função de pré-anotação de amostra é escrita para o 
Python 3.7.

import json

def lambda_handler(event, context): 
    return { 
        "taskInput": event['dataObject'] 
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    }

O objeto JSON do seu manifesto será fornecido como filho do objeto event. As propriedades 
dentro do objeto taskInput estarão disponíveis como variáveis para o seu modelo, portanto, basta 
configurar o valor de taskInput para event['dataObject'] para passar todos os valores do 
seu objeto do manifesto para o seu modelo sem precisar copiá-los individualmente. Se você quiser 
enviar mais valores para o modelo, você pode adicioná-los ao objeto taskInput.

Sua função Lambda de pós-anotação

Como parte da configuração do trabalho, forneça o ARN de uma função AWS Lambda que pode 
ser chamado para processar os dados do formulário quando um trabalhador concluir uma tarefa. 
Isso pode ser tão simples ou complexo quanto você quiser. Se você quiser fazer uma consolidação 
de resposta e uma pontuação conforme a chegada, poderá aplicar os algoritmos de escore e/ou 
consolidação de sua escolha. Se quiser armazenar os dados brutos para processamento offline, 
essa é uma opção.

Fornecer permissões ao seu Lambda de pós-anotação

Os dados de anotação estarão em um arquivo designado pela string s3Uri no objeto
payload. Para processar as anotações assim que elas chegarem, mesmo para uma simples 
função de repasse, você precisa atribuir ao S3ReadOnly acesso ao seu Lambda para que 
ele possa ler os arquivos de anotação.
Na página Console para a criação do seu Lambda, role até o painel Perfil de execução. 
Selecione Criar uma nova função a partir de um ou mais modelos. Dê um nome à função. Na 
lista suspensa Policy templates (Modelos de política), escolha Amazon S3 object read-only 
permissions (Permissões somente leitura do objeto Amazon S3). Salve o Lambda, e a função 
será salva e selecionada.

O exemplo a seguir está em Python 2.7.

import json
import boto3
from urlparse import urlparse

def lambda_handler(event, context): 
    consolidated_labels = [] 

    parsed_url = urlparse(event['payload']['s3Uri']); 
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    s3 = boto3.client('s3') 
    textFile = s3.get_object(Bucket = parsed_url.netloc, Key = parsed_url.path[1:]) 
    filecont = textFile['Body'].read() 
    annotations = json.loads(filecont); 
     
    for dataset in annotations: 
        for annotation in dataset['annotations']: 
            new_annotation = json.loads(annotation['annotationData']['content']) 
            label = { 
                'datasetObjectId': dataset['datasetObjectId'], 
                'consolidatedAnnotation' : { 
                'content': { 
                    event['labelAttributeName']: { 
                        'workerId': annotation['workerId'], 
                        'boxesInfo': new_annotation, 
                        'imageSource': dataset['dataObject'] 
                        } 
                    } 
                } 
            } 
            consolidated_labels.append(label) 
     
    return consolidated_labels

O Lambda de pós-anotação geralmente recebe lotes de resultados de tarefas no objeto de evento. 
Esse lote será o objeto payload que o Lambda deve percorrer. O que você retornará será um objeto 
que atende ao contrato de API.

A saída do seu trabalho de rotulagem

Você encontrará a saída da tarefa em uma pasta com o nome da sua tarefa de rotulagem no bucket 
do S3 de destino especificado. Ele estará em uma subpasta chamada manifests.

Para uma tarefa de caixa delimitadora, a saída que você encontrará no manifesto de saída será um 
pouco parecida com a demonstração abaixo. O exemplo foi limpo para impressão. A saída real será 
uma única linha por registro.

Example : JSON no manifesto de saída

{ 
  "source-ref":"<URL>", 
  "<label attribute name>": 
    { 
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       "workerId":"<URL>", 
       "imageSource":"<image URL>", 
       "boxesInfo":"{\"boundingBox\":{\"boundingBoxes\":[{\"height\":878, \"label\":
\"bird\", \"left\":208, \"top\":6, \"width\":809}], \"inputImageProperties\":{\"height
\":924, \"width\":1280}}}"}, 
  "<label attribute name>-metadata": 
    { 
      "type":"groundTruth/custom", 
      "job_name":"<Labeling job name>", 
      "human-annotated":"yes" 
    }, 
  "animal" : "bird"
}

Observe como o atributo animal adicional do manifesto original é passado para o manifesto de 
saída no mesmo nível de source-ref e dos dados de rotulagem. Quaisquer propriedades de seu 
manifesto de entrada, usadas no seu modelo ou não, serão passadas para o manifesto de saída.

Modelo de demonstração: intenções de rotulagem com crowd-classifier

Ao escolher usar um modelo personalizado, você acessará o Painel de tarefas de rotulagem 
personalizado. Ali, você pode selecionar vários modelos iniciais que representam algumas das 
tarefas mais comuns. Os modelos fornecem um ponto de partida para trabalhar na criação do 
modelo da sua tarefa de rotulagem personalizado.

Nesta demonstração, você trabalhará com o modelo Detecção de Intenções, que usa o elemento
crowd-classifier e as funções do AWS Lambda necessárias para o processamento de seus 
dados antes e depois da tarefa.

Tópicos

• Modelo personalizado de Detecção de intenções inicial

• Seu modelo personalizado de detecção de intenções

• Sua função Lambda de pré-anotação

• Sua função Lambda de pós-anotação

• Sua saída do trabalho de rotulagem

Modelo personalizado de Detecção de intenções inicial

Este é o modelo de detecção de intenções fornecido como ponto de partida.
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<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-classifier 
    name="intent" 
    categories="{{ task.input.labels | to_json | escape }}" 
    header="Pick the most relevant intention expressed by the below text" 
  > 
    <classification-target> 
      {{ task.input.utterance }} 
    </classification-target> 
     
    <full-instructions header="Intent Detection Instructions"> 
        <p>Select the most relevant intention expressed by the text.</p> 
        <div> 
           <p><strong>Example: </strong>I would like to return a pair of shoes</p> 
           <p><strong>Intent: </strong>Return</p> 
        </div> 
    </full-instructions> 

    <short-instructions> 
      Pick the most relevant intention expressed by the text 
    </short-instructions> 
  </crowd-classifier>
</crowd-form>

Os modelos personalizados usam a Linguagem de modelo Liquid, e cada um dos itens entre 
chaves duplas é uma variável. A função de pré-anotação da função do Lambda AWS deve fornecer 
um objeto chamado taskInput e as propriedades desse objeto podem ser acessadas como
{{ task.input.<property name> }} no seu modelo.

Seu modelo personalizado de detecção de intenções

No modelo inicial, há duas variáveis: a propriedade task.input.labels na tag de abertura 
do elemento crowd-classifier e o task.input.utterance no conteúdo da região
classification-target.

A menos que você precise oferecer diferentes conjuntos de rótulos com enunciados diferentes, 
evitar uma variável e simplesmente usar texto economizará tempo de processamento e criará menos 
possibilidade de erro. O modelo usado nesta demonstração removerá essa variável, mas variáveis 
e filtros como to_json são explicados mais detalhadamente no artigo de crowd-bounding-box
demonstração.
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Estilização de elementos

Duas partes desses elementos personalizados que são por vezes ignoradas são as regiões <full-
instructions> e <short-instructions>. Boas instruções geram bons resultados.

Nos elementos que incluem essas regiões, <short-instructions> aparecem automaticamente 
no painel "Instruções" à esquerda da tela do operador. As <full-instructions> estão vinculadas 
ao link "Exibir instruções completas" na parte superior do painel. Clique no link para abrir um painel 
modal com mais instruções detalhadas.

Você não pode usar apenas HTML e CSS. JavaScript Nessas seções, recomendamos que você o 
faça se acreditar que pode fornecer um conjunto sólido de instruções e exemplos que ajudarão os 
funcionários a concluir suas tarefas com melhor velocidade e precisão.

Example Experimentar com JSFiddle

Experimente uma tarefa de <crowd-classifier> exemplo. O exemplo é renderizado pelo 
JSFiddle, portanto, todas as variáveis de modelo são substituídas por valores codificados. Clique 
no link "Visualizar instruções completas" para conferir um conjunto de exemplos com estilo de 
CSS estendido. Você pode bifurcar o projeto para experimentar suas próprias alterações no CSS, 
adicionar imagens de amostra ou adicionar JavaScript funcionalidades estendidas.

Example : modelo personalizado final de detecção de intenções

Ele usa a tarefa <crowd-classifier> de exemplo, mas com uma variável para o
<classification-target>. Se estiver tentando manter um design CSS consistente entre uma 
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série de trabalhos de rotulagem diferentes, você pode incluir uma folha de estilos externa usando um 
elemento <link rel...> da mesma forma que faria em qualquer outro documento HTML.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-classifier 
    name="intent" 
    categories="['buy', 'eat', 'watch', 'browse', 'leave']" 
    header="Pick the most relevant intent expressed by the text below" 
  > 
    <classification-target> 
      {{ task.input.source }} 
    </classification-target> 
     
    <full-instructions header="Emotion Classification Instructions"> 
      <p>In the statements and questions provided in this exercise, what category of 
 action is the speaker interested in doing?</p> 
          <table> 
            <tr> 
              <th>Example Utterance</th> 
              <th>Good Choice</th> 
            </tr> 
            <tr> 
              <td>When is the Seahawks game on?</td> 
              <td> 
                eat<br> 
                <greenbg>watch</greenbg> 
                <botchoice>browse</botchoice> 
              </td> 
            </tr> 
            <tr> 
              <th>Example Utterance</th> 
              <th>Bad Choice</th> 
            </tr> 
            <tr> 
              <td>When is the Seahawks game on?</td> 
              <td> 
                buy<br> 
                <greenbg>eat</greenbg> 
                <botchoice>watch</botchoice> 
              </td> 
            </tr> 
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          </table> 
    </full-instructions> 

    <short-instructions> 
      What is the speaker expressing they would like to do next? 
    </short-instructions>   
  </crowd-classifier>
</crowd-form>
<style> 
  greenbg { 
    background: #feee23; 
    display: block; 
  } 

  table { 
    *border-collapse: collapse; /* IE7 and lower */ 
    border-spacing: 0;  
  } 

  th, tfoot, .fakehead { 
    background-color: #8888ee; 
    color: #f3f3f3; 
    font-weight: 700; 
  } 

  th, td, tfoot { 
      border: 1px solid blue; 
  } 

  th:first-child { 
    border-radius: 6px 0 0 0; 
  } 

  th:last-child { 
    border-radius: 0 6px 0 0; 
  } 

  th:only-child{ 
    border-radius: 6px 6px 0 0; 
  } 

  tfoot:first-child { 
    border-radius: 0 0 6px 0; 
  } 
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  tfoot:last-child { 
    border-radius: 0 0 0 6px; 
  } 

  tfoot:only-child{ 
    border-radius: 6px 6px; 
  } 

  td { 
    padding-left: 15px ; 
    padding-right: 15px ; 
  } 

  botchoice { 
    display: block; 
    height: 17px; 
    width: 490px; 
    overflow: hidden; 
    position: relative; 
    background: #fff; 
    padding-bottom: 20px; 
  } 

  botchoice:after { 
    position: absolute; 
    bottom: 0; 
    left: 0;   
    height: 100%; 
    width: 100%; 
    content: ""; 
    background: linear-gradient(to top, 
       rgba(255,255,255, 1) 55%,  
       rgba(255,255,255, 0) 100% 
    ); 
    pointer-events: none; /* so the text is still selectable */ 
  }
</style>

Example : Seu arquivo de manifesto

Se você estiver preparando o arquivo manifesto manualmente para uma tarefa de classificação de 
texto como essa, será necessário que seus dados sejam formatados da seguinte maneira:
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{"source": "Roses are red"}
{"source": "Violets are Blue"}
{"source": "Ground Truth is the best"}
{"source": "And so are you"}

Isso difere do arquivo manifesto usado para a demonstração "Modelo de demonstração: anotação de 
imagens com crowd-bounding-box", em que source-ref foi usado como nome da propriedade 
em vez de source. O uso de source-ref designa URIs do S3 para imagens ou outros arquivos 
que devem ser convertidos em HTTP. Caso contrário, source deve ser usado como nas strings de 
texto acima.

Sua função Lambda de pré-anotação

Como parte da configuração do trabalho, forneça o ARN de um AWS Lambda que possa ser 
chamado para processar suas entradas de manifesto e transmiti-las ao mecanismo de modelo.

Essa função Lambda é necessária para ter uma das quatro strings a seguir como parte do nome da 
função: SageMaker, Sagemaker, sagemaker ou LabelingFunction.

Isso se aplica tanto aos Lambdas de pré-anotação quanto de pós-anotação.

Quando você estiver usando o console, se tiver Lambdas na sua conta, uma lista suspensa de 
funções que atendem aos requisitos de nomenclatura será fornecida para escolha.

Neste exemplo muito básico, em que você tem apenas uma variável, trata-se basicamente uma 
função de passagem. Aqui está um exemplo de pré-rotulagem do Lambda usando o Python 3.7.

import json

def lambda_handler(event, context): 
    return { 
        "taskInput":  event['dataObject'] 
    }

A propriedade dataObject do event contém as propriedades de um objeto de dados no seu 
manifesto.

Nesta demonstração, que é uma simples passagem, você passa por isso como valor taskInput. 
Se você adicionar propriedades com esses valores ao objeto event['dataObject'], 
eles estarão disponíveis para o seu modelo HTML como variáveis Liquid com o formato
{{ task.input.<property name> }}.
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Sua função Lambda de pós-anotação

Como parte da configuração do trabalho, forneça o ARN de uma função Lambda que pode ser 
chamado para processar os dados do formulário quando um trabalhador concluir uma tarefa. Isso 
pode ser tão simples ou complexo quanto você quiser. Se você quiser fazer uma consolidação de 
resposta e uma pontuação conforme a chegada dos dados, poderá aplicar os algoritmos de escore 
ou consolidação de sua escolha. Se quiser armazenar os dados brutos para processamento offline, 
essa é uma opção.

Definir permissões para sua função Lambda de pós-anotação

Os dados de anotação estarão em um arquivo designado pela string s3Uri no objeto
payload. Para processar as anotações assim que elas chegarem, mesmo para uma simples 
função de repasse, você precisa atribuir ao S3ReadOnly acesso ao seu Lambda para que 
ele possa ler os arquivos de anotação.
Na página Console para a criação do seu Lambda, role até o painel Perfil de execução. 
Selecione Criar uma nova função a partir de um ou mais modelos. Dê um nome à função. Na 
lista suspensa Policy templates (Modelos de política), escolha Amazon S3 object read-only 
permissions (Permissões somente leitura do objeto Amazon S3). Salve o Lambda, e a função 
será salva e selecionada.

O exemplo a seguir refere-se ao Python 3.7.

import json
import boto3
from urllib.parse import urlparse

def lambda_handler(event, context): 
    consolidated_labels = [] 

    parsed_url = urlparse(event['payload']['s3Uri']); 
    s3 = boto3.client('s3') 
    textFile = s3.get_object(Bucket = parsed_url.netloc, Key = parsed_url.path[1:]) 
    filecont = textFile['Body'].read() 
    annotations = json.loads(filecont); 
     
    for dataset in annotations: 
        for annotation in dataset['annotations']: 
            new_annotation = json.loads(annotation['annotationData']['content']) 
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            label = { 
                'datasetObjectId': dataset['datasetObjectId'], 
                'consolidatedAnnotation' : { 
                'content': { 
                    event['labelAttributeName']: { 
                        'workerId': annotation['workerId'], 
                        'result': new_annotation, 
                        'labeledContent': dataset['dataObject'] 
                        } 
                    } 
                } 
            } 
            consolidated_labels.append(label) 

    return consolidated_labels

Sua saída do trabalho de rotulagem

O Lambda de pós-anotação geralmente recebe lotes de resultados de tarefas no objeto de evento. 
Esse lote será o objeto payload que o Lambda deve percorrer.

Você encontrará a saída da tarefa em uma pasta com o nome da sua tarefa de rotulagem no bucket 
do S3 de destino especificado. Ele estará em uma subpasta chamada manifests.

Para uma tarefa de detecção de intenção, a saída no manifesto de saída será um pouco parecida 
com a demonstração abaixo. O exemplo foi limpo e espaçado para facilitar a leitura pelos 
operadores. A saída real será mais comprimida para leitura de máquina.

Example : JSON no manifesto de saída

[ 
  { 
    "datasetObjectId":"<Number representing item's place in the manifest>", 
     "consolidatedAnnotation": 
     { 
       "content": 
       { 
         "<name of labeling job>": 
         {      
           "workerId":"private.us-east-1.XXXXXXXXXXXXXXXXXXXXXX", 
           "result": 
           { 
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             "intent": 
             { 
                 "label":"<label chosen by worker>" 
             } 
           }, 
           "labeledContent": 
           { 
             "content":"<text content that was labeled>" 
           } 
         } 
       } 
     } 
   }, 
  "datasetObjectId":"<Number representing item's place in the manifest>", 
     "consolidatedAnnotation": 
     { 
       "content": 
       { 
         "<name of labeling job>": 
         {      
           "workerId":"private.us-east-1.6UDLPKQZHYWJQSCA4MBJBB7FWE", 
           "result": 
           { 
             "intent": 
             { 
                 "label": "<label chosen by worker>" 
             } 
           }, 
           "labeledContent": 
           { 
             "content": "<text content that was labeled>" 
           } 
         } 
       } 
     } 
   }, 
     ... 
     ... 
     ...
]

Isso deve ajudá-lo a criar e usar seu próprio modelo personalizado.
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Fluxos de trabalho personalizados por meio da API

Depois de criar seu modelo de interface de usuário personalizado (Etapa 2) e processar as funções 
do Lambda (Etapa 3), você deverá colocar o modelo em um bucket do Amazon S3 com um formato 
do nome do arquivo de: <FileName>.liquid.html.

Use a ação CreateLabelingJob para configurar a tarefa. Você usará a localização de um modelo 
personalizado (Etapa 2: Criar seu modelo de tarefa de operador personalizada) armazenado em um 
arquivo <filename>.liquid.html no S3 como o valor para o campo UiTemplateS3Uri no 
objeto UiConfig dentro do objeto HumanTaskConfig.

Para as AWS tarefas Lambda descritas em Etapa 3: processando com AWS 
Lambda, o ARN da tarefa pós-anotação será usado como valor para o campo
AnnotationConsolidationLambdaArn, e a tarefa pré-anotação será usada como valor para o 
campo PreHumanTaskLambdaArn..

Criar um trabalho de rotulagem

Você pode criar um trabalho de rotulagem no SageMaker console da Amazon e usar um AWS SDK 
no seu idioma preferido para execuçãoCreateLabelingJob. Após a criação de um trabalho de 
rotulagem, é possível acompanhar as métricas do operador (para forças de trabalho privadas) e o 
status do trabalho de rotulagem usando o CloudWatch.

Antes de criar um trabalho de rotulagem, é recomendável que você revise as seguintes páginas, 
conforme aplicável:

• Você pode especificar seus dados de entrada usando uma configuração automática de 
dados no console ou um arquivo de manifesto de entrada no console ou ao usar a API
CreateLabelingJob. Para configuração automatizada de dados, consulte Configuração 
automatizada de dados. Para saber como criar um arquivo de manifesto de entrada, consulte Use 
um arquivo de manifesto de entrada.

• Revise as cotas de dados de entrada de tarefas de rotulagem: Cotas de dados de entrada.

Depois de escolher o tipo de tarefa, use os tópicos desta página para saber como criar um trabalho 
de rotulagem.

Se você é um usuário novo do Ground Truth, recomendamos que comece pela demonstração em
Conceitos básicos.
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Important

O Ground Truth exige que todos os buckets do S3 que contêm dados de imagem de entrada 
do trabalho de rotulagem tenham uma política CORS anexada. Para saber mais, consulte
Requisitos de permissão do CORS.

Tópicos

• Tipos de tarefa integrados

• Criar páginas de instrução

• Criar um trabalho de rotulagem (console)

• Criar um trabalho de rotulagem (API)

• Criar um trabalho de rotulagem de streaming

• Criar um arquivo de configuração de categoria de rotulagem com atributos de categoria e quadro 
de rótulo

Tipos de tarefa integrados

O Amazon SageMaker Ground Truth tem vários tipos de tarefas incorporadas. O Ground Truth 
fornece um modelo de tarefa do operador para tipos de tarefas integrados. Além disso, alguns 
tipos de tarefas incorporados oferecem suporte Automatizar a rotulagem de dados. Os tópicos a 
seguir descrevem cada tipo de tarefa integrado e demonstram os modelos de tarefas de operadores 
fornecidos pelo Ground Truth no console. Para saber como criar um trabalho de rotulagem no 
console usando um desses tipos de tarefas, selecione a página do tipo de tarefa.

Rotular imagens Texto do rótulo Rotular vídeos e 
quadros de vídeo

Rotular nuvens de 
pontos 3D

• Bounding Box

• Classificação de 
imagem (Rótulo 
único)

• Classificação de 
imagens (com 
vários rótulos)

• Reconhecimento 
de entidades 
nomeadas

• Classificação de 
texto (Rótulo único)

• Classificação do 
vídeo

• Detecção de 
objetos de quadro 
de vídeo

• Detecção de 
objetos de nuvem 
de pontos 3D

• Rastreamento de 
objetos de nuvem 
de pontos 3D
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Rotular imagens Texto do rótulo Rotular vídeos e 
quadros de vídeo

Rotular nuvens de 
pontos 3D

• Segmentação 
semântica da 
imagem

• Verificar e ajustar 
rótulos

• Classificação de 
texto (com vários 
rótulos)

• Rastreamento de 
objetos de quadros 
de vídeo

• Segmentação 
semântica da 
nuvem de pontos 
3D

Note

Cada um dos tipos de tarefa de quadro de vídeo e nuvem de pontos 3D tem um tipo de 
tarefa de ajuste que você usa para verificar e ajustar rótulos de um trabalho de etiquetagem 
anterior. Selecione um quadro de vídeo ou nuvem de pontos 3D na página acima para saber 
como ajustar os rótulos criados usando esse tipo de tarefa.

Criar páginas de instrução

Crie instruções personalizadas para rotular trabalhos para melhorar a precisão do seu trabalhador ao 
concluir sua tarefa. Você pode modificar as instruções padrão fornecidas no console ou pode criar 
suas próprias. Essas instruções são mostradas para o trabalhador na página em que eles completam 
sua tarefa de rotulagem.

Existem dois tipos de instruções:

• Instruções breves—instruções que são mostradas na mesma página da web na qual o trabalhador 
conclui sua tarefa. Essas instruções devem fornecer uma referência fácil para mostrar ao 
trabalhador a maneira correta de rotular um objeto.

• Instruções completas—instruções mostradas em uma caixa de diálogo que sobrepõe à página em 
que o operador conclui sua tarefa. Recomendamos que você forneça instruções detalhadas para 
concluir a tarefa com vários exemplos mostrando casos extremos e outras situações difíceis para 
rotular objetos.

Crie instruções no console ao criar seu trabalho de rotulagem. Comece com as instruções existentes 
para a tarefa e use o editor para modificá-las de acordo com seu trabalho de rotulagem.
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Note

Depois de criar seu trabalho de rotulagem, ele será iniciado automaticamente e você não 
poderá modificar suas instruções de operador. Se você precisar alterar as instruções de 
operador, interrompa o trabalho de rotulagem criado, clone-o e modifique as instruções do 
operador antes de criar um trabalho.
Você pode clonar um trabalho de rotulagem no console selecionando o trabalho de 
rotulagem e selecionando Clone (Clonar) no menu Actions (Ações) .
Para clonar um trabalho de rotulagem usando a API do Amazon SageMaker ou a SDK 
do Amazon SageMaker de sua preferência, faça uma nova solicitação para a operação
CreateLabelingJob com as mesmas especificações do seu trabalho original depois de 
modificar as instruções de operador.

Instruções breves

Instruções breves aparecem na mesma página da Web que os operadores usam para rotular seu 
objeto de dados. Por exemplo, a seguinte é a página de edição de uma tarefa de caixa delimitadora. 
O painel de instruções breves fica à esquerda.
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Tenha em mente que um trabalhador só gastará segundos observando as instruções breves. Os 
trabalhadores devem poder examinar e entender suas informações rapidamente. Em todos os casos, 
deve levar menos tempo para entender as instruções do que é necessário para concluir a tarefa. 
Lembre-se destes pontos:

• Suas instruções devem ser claras e simples.

• Imagens são melhores que palavras. Crie uma ilustração simples da sua tarefa que os seus 
funcionários possam entender imediatamente.

• Se você precisar usar palavras, use exemplos breves e concisos.

• Suas instruções curtas são mais importantes do que suas instruções completas.
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O console do Amazon SageMaker Ground Truth fornece um editor para que você possa criar suas 
instruções breves. Substitua o texto de espaço reservado e as imagens por instruções para sua 
tarefa. Visualize a página de tarefas do trabalhador escolhendo Visualização. A visualização será 
aberta em uma nova janela. Certifique-se de desativar o bloqueio de pop-up para que a janela seja 
exibida.

Instruções completas

Você pode fornecer instruções adicionais aos seus trabalhadores em uma caixa de diálogo que 
sobrepõe a página na qual os funcionários rotulam seus objetos de dados. Use instruções completas 
para explicar tarefas mais complexas e para mostrar aos trabalhadores a maneira correta de rotular 
casos de borda ou outros objetos difíceis.

É possível criar instruções completas usando um editor no console do Ground Truth. Como com 
instruções rápidas, tenha em mente o seguinte:

• Os trabalhadores vão querer instruções detalhadas nas primeiras vezes que completarem sua 
tarefa. Qualquer informação que eles precisam ter deve estar nas instruções breves.

• Imagens são mais importantes que palavras.

• O texto deve ser conciso.

• Instruções completas devem suplementar as instruções breves. Não repita informações que 
aparecem nas instruções breves.

O console do Ground Truth fornece um editor para que você possa criar suas instruções completas. 
Substitua o texto de espaço reservado e as imagens por instruções para sua tarefa. Visualize a 
página de instruções completas escolhendo Visualização. A visualização será aberta em uma nova 
janela. Certifique-se de desativar o bloqueio de pop-up para que a janela seja exibida.

Adicione imagens de exemplo às suas instruções

As imagens fornecem exemplos úteis para os operadores. Para adicionar uma imagem acessível 
publicamente às suas instruções:

• Coloque o cursor onde a imagem deve estar contida no editor de instruções.

• Clique no ícone da imagem na barra de ferramentas do editor.

• Insira o URL da imagem.

Se sua imagem de instrução no Amazon S3 não estiver publicamente acessível:
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• Como o URL da imagem, insira: {{ 'https://s3.amazonaws.com/your-bucket-
name/image-file-name' | grant_read_access }}.

• Isso renderiza o URL da imagem com um código de acesso único e de curta duração anexado 
para que o navegador do operador possa exibi-lo. Um ícone de imagem quebrada é exibido 
no editor de instruções, mas a visualização da ferramenta exibe a imagem na visualização 
renderizada.

Criar um trabalho de rotulagem (console)

É possível usar o console do Amazon SageMaker para criar um trabalho de rotulagem para 
todos os tipos de tarefas integradas e fluxos de trabalho de rotulagem personalizados rotulagem 
personalizada. Para tipos de tarefas incorporados, recomendamos que você use essa página junto 
com a página do seu tipo de tarefa. Cada página de tipo de tarefa inclui detalhes específicos sobre a 
criação de um trabalho de rotulagem usando esse tipo de tarefa.

É necessário fornecer o seguinte para criar um trabalho de rotulagem no console do SageMaker:

• Um arquivo de manifesto de entrada no Amazon S3. Você pode colocar seu conjunto de dados 
de entrada no Amazon S3 e gerar automaticamente um arquivo de manifesto usando o console 
Ground Truth (não suportado para trabalhos de rotulagem de nuvem de pontos 3D).

Como alternativa, você pode criar manualmente um arquivo de manifesto de entrada. Para saber 
como, consulte Dados de entrada.

• Um bucket do Amazon S3 para armazenar os dados de saída.

• Uma função do IAM com permissão para acessar seus recursos no Amazon S3 e uma política 
de execução do SageMaker anexada. Para obter uma solução geral, é possível anexar a política 
gerenciada, AmazonSageMakerFullAccess, a uma função do IAM e incluir sagemaker em seu 
nome de bucket.

Para políticas mais granulares, consulte the section called “Permissões do IAM”.

Os tipos de tarefas de nuvem de pontos 3D têm considerações adicionais de segurança. Saiba 
mais.

• Uma equipe de trabalho. Você cria uma equipe de trabalho a partir de uma força de trabalho 
composta por operadores, fornecedores ou trabalhadores particulares da Amazon Mechanical 
Turk. Para saber mais, consulte Criar e gerenciar forças de trabalho.
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Não é possível usar a força de trabalho do Amazon Mechanical Turk para trabalhos de rotulagem 
de nuvem de pontos 3D ou quadros de vídeo.

• Se você estiver usando um fluxo de trabalho de rotulagem personalizado, será necessário salvar 
um modelo de tarefa do operador no Amazon S3 e fornecer um URI do Amazon S3 para esse 
modelo. Para obter mais informações, consulte Etapa 2: Criar seu modelo de tarefa de operador 
personalizada.

• (Opcional) Um ARN de chave do AWS KMS se quiser que o SageMaker criptografe a saída do 
trabalho de rotulagem usando sua própria chave de criptografia do AWS KMS em vez da chave de 
serviço padrão do Amazon S3.

• (Opcional) Rótulos existentes para o conjunto de dados usados para o trabalho de rotulagem. Use 
essa opção se quiser que os operadores ajustem ou aprovem e rejeitem rótulos.

• Se você quiser criar um trabalho de rotulagem de ajuste ou verificação, deve ter um arquivo de 
manifesto de saída no Amazon S3 que contenha os rótulos que você deseja ajustar ou verificar. 
Essa opção só tem suporte para trabalhos de rotulagem de imagens com caixa delimitadora e 
segmentação semântica, além de trabalhos de rotulagem de nuvem de pontos 3D e quadros de 
vídeo. É recomendável que você use as instruções Verificar e ajustar rótulos para criar um trabalho 
de verificação ou ajuste de rotulagem.

Important

A equipe de trabalho, o arquivo de manifesto de entrada, o bucket de saída e outros recursos 
do devem estar na mesma região AWS usada para criar o trabalho de rotulagem.

Quando criar um trabalho de rotulagem usando o console do SageMaker, você adiciona instruções 
e rótulos do operador à interface do usuário fornecida pelo Ground Truth. É possível visualizar e 
interagir com a interface do usuário do operador ao criar um trabalho de rotulagem no console. Você 
também pode ver uma prévia da interface do usuário do operador na sua página de tipo de tarefa 
integrada.

Como criar um trabalho de rotulagem (console)

1. Faça login no console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, selecione Trabalhos de rotulagem.

3. Na página Trabalhos de rotulagem, selecione Criar trabalho de rotulagem.
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4. Em Nome do trabalho, insira um nome para o trabalho de rotulagem.

5. (Opcional) Se quiser identificar os rótulos com uma chave, selecione Quero especificar um 
nome de atributo de rótulo diferente do nome do trabalho de rotulagem. Se você não selecionar 
essa opção, o nome do trabalho de rotulagem especificado na etapa anterior será usado para 
identificar os rótulos no arquivo de manifesto de saída.

6. Escolha uma configuração de dados para criar uma conexão entre seu conjunto de dados de 
entrada e o Ground Truth.

• Para configuração automatizada de dados:

• Siga as instruções em Configuração automatizada de dados para tarefas de rotulagem de 
imagens, textos e videoclipes.

• Siga as instruções em Configuração automatizada de dados de entrada do quadro de vídeo
para trabalhos de rotulagem de quadros de vídeo.

• Para configuração manual de dados:

• Em Local do conjunto de dados de entrada, forneça o local no Amazon S3 onde o arquivo 
de manifesto de entrada está localizado. Por exemplo, se o arquivo de manifesto de 
entrada, manifest.json, estiver localizado em example-bucket, insira s3://example-bucket/
manifest.json.

• Em Local do conjunto de dados de saída, forneça o local do Amazon S3 onde você deseja 
que o Ground Truth armazene os dados de saída do trabalho de rotulagem.

7. Em Função do IAM, escolha uma função existente de função do IAM ou crie uma função do IAM 
com permissão para acessar seus recursos no Amazon S3, para gravar no bucket de saída do 
Amazon S3 especificado acima e com uma política de execução do SageMaker anexada.

8. (Opcional) Em Configuração adicional, é possível especificar quanto do conjunto de dados você 
deseja que os operadores rotulem e se deseja que o SageMaker criptografe os dados de saída 
para o trabalho de rotulagem usando uma chave de criptografia AWS KMS. Para criptografar 
os dados de saída, é necessário ter as permissões necessárias AWS KMS anexadas à função 
do IAM fornecida na etapa anterior. Para obter mais detalhes, consulte the section called 
“Permissões do IAM”.

9. Na seção Tipo de tarefa, em Categoria da tarefa, use o menu suspenso para selecionar a 
categoria da tarefa.

10. Em Seleção de tarefas, escolha o tipo de tarefa.

11. (Opcional) Forneça tags para o trabalho de rotulagem a fim de facilitar sua localização no 
console posteriormente.
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12. Escolha Próximo.

13. Na seção Trabalhadores, escolha o tipo de força de trabalho que você gostaria de usar. Para 
obter mais detalhes sobre suas opções de força de trabalho, consulte Criar e gerenciar forças de 
trabalho.

14. Depois de selecionar a força de trabalho, especifique o Tempo limite da tarefa. Esse é o tempo 
máximo que um operador tem para trabalhar em uma tarefa.

Para tarefas de anotação em nuvem de pontos 3D, o tempo limite da tarefa padrão é de três 
dias. O tempo limite padrão para classificação de texto e imagem e trabalhos de rotulagem de 
verificação de rótulos é de cinco minutos. O tempo limite padrão para todos os outros trabalhos 
de rotulagem é de 60 minutos.

15. (Opcional) Para tipos de tarefas de caixa delimitadora, segmentação semântica, quadros de 
vídeo e nuvem de pontos 3D, você pode selecionar Exibir rótulos existentes se quiser exibir 
rótulos para o conjunto de dados de entrada a fim de que os operadores verifiquem ou ajustem.

Para trabalhos de rotulagem de caixa delimitadora e segmentação semântica, isso criará um 
trabalho de rotulagem de ajuste.

Para trabalhos de rotulagem de nuvem de pontos 3D e quadros de vídeo:

• Selecione Ajuste para criar uma tarefa de rotulagem de ajuste. Quando selecionar essa 
opção, você pode adicionar novos rótulos, mas não pode remover ou editar rótulos existentes 
do trabalho anterior. Opcionalmente, você pode escolher os atributos da categoria do rótulo 
e os atributos do quadro que deseja que os trabalhadores editem. Para tornar um atributo 
editável, marque a caixa de seleção Permitir que os trabalhadores editem esse atributo para 
esse atributo.

Se preferir, você pode fornecer atributos da categoria de rótulo e do quadro.

• Selecione Verificação para criar um trabalho de rotulagem de ajuste. Quando selecionar essa 
opção, você não pode adicionar, modificar ou remover rótulos existentes do trabalho anterior. 
Se preferir, você pode escolher os atributos da categoria do rótulo e os atributos do quadro 
que deseja que os trabalhadores editem. Para tornar um atributo editável, marque a caixa de 
seleção Permitir que os trabalhadores editem esse atributo para esse atributo.

Recomendamos que você adicione novos atributos de categoria de rótulo aos rótulos que 
deseja que os trabalhadores verifiquem ou adicione um ou mais atributos de quadro para que 
os trabalhadores forneçam informações sobre o quadro inteiro.
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Para obter mais informações, consulte Verificar e ajustar rótulos.

16. Configure a interface de usuário dos seus trabalhadores:

• Se estiver usando um tipo de tarefa integrado, especifique as instruções e os rótulos dos 
trabalhadores.

• Para classificação de imagens e classificação de texto (rótulo único e múltiplos), você deve 
especificar pelo menos duas categorias de rótulos. Para todos os outros tipos de tarefas 
integradas, você deve especificar pelo menos uma categoria de rótulo.

• (Opcional) Se estiver criando um trabalho de rotulagem de nuvem de pontos 3D ou 
quadro de vídeo, poderá especificar atributos de categoria de rótulo (não compatíveis com 
segmentação semântica de nuvem de pontos 3D) e atributos de quadro. Os atributos da 
categoria de rótulo podem ser atribuídos a um ou mais rótulos. Os atributos do quadro 
aparecerão em cada nuvem de pontos ou rótulo dos trabalhadores do quadro de vídeo. 
Para saber mais, consulte Interface do usuário (UI) do operador para a nuvem de pontos 3D 
e Interface do usuário (UI) do operador para o quadro de vídeo.

• (Opcional) Adicione instruções adicionais para ajudar seu operador a concluir sua tarefa.

• Se estiver criando um fluxo de trabalho de rotulagem personalizado, deverá:

• Inserir um modelo personalizado na caixa de código. Modelos personalizados podem ser 
criados usando uma combinação de HTML, a linguagem de modelagem Liquid e nossos 
componentes web pré-criados. Se preferir, você pode escolher o modelo base no menu 
suspenso para começar.

• Especificar as funções do Lambda de pré-anotação e pós-anotação. Para saber como criar 
essas funções, consulte Etapa 3: processando com AWS Lambda.

17. (Opcional) É possível selecionar Ver pré-visualização para visualizar as instruções do operador, 
os rótulos e interagir com a interface do usuário do operador. Certifique-se de que o bloqueador 
de pop-ups do navegador esteja desativado antes de gerar a pré-visualização.

18. Escolha Criar.

Depois de criar com êxito o trabalho de rotulagem, você será redirecionado para a página Trabalhos 
de rotulagem. O status do trabalho de rotulagem que você acabou de criar estará Em andamento. 
Esse status é atualizado progressivamente à medida que os operadores concluem as tarefas. 
Quando todas as tarefas forem concluídas com êxito, o status será alterado para Concluído.
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Se ocorreu um problema durante a criação do trabalho de rotulagem, seu status será alterado para
Falhou.

Para ver mais detalhes sobre o trabalho, selecione o nome do trabalho de rotulagem.

Próximas etapas

Depois que o status do trabalho de rotulagem mudar para Concluído, você poderá visualizar 
os dados de saída no bucket do Amazon S3 especificado durante a criação desse trabalho de 
rotulagem. Para obter detalhes sobre o formato dos dados de saída, consulte Dados de saída.

Criar um trabalho de rotulagem (API)

Para criar um trabalho de rotulagem com a API do Amazon SageMaker, use a operação
CreateLabelingJob. Para obter instruções específicas sobre como criar um trabalho de rotulagem 
para um tipo de tarefa integrada, consulte a página do tipo de tarefa em questão. Para saber como 
criar um trabalho de rotulagem de streaming, que é um trabalho de rotulagem que é executado 
perpetuamente, consulte Criar um trabalho de rotulagem de streaming.

Para usar a operação CreateLabelingJob, você precisa do seguinte:

• Um modelo de tarefas do operador (UiTemplateS3Uri) ou um ARN de interface do usuário de 
tarefa humana (HumanTaskUiArn) no Amazon S3.

• Para trabalhos de nuvem de pontos 3D, trabalhos de monitoramento, de detecção de objetos de 
vídeo e trabalhos NER, use o ARN listado em HumanTaskUiArn para seu tipo de tarefa.

• Se estiver usando um tipo de tarefa integrada que não seja uma tarefa de nuvem de pontos 
3D, você poderá adicionar as instruções do operador a um dos modelos pré-criados e salvar o 
modelo (usando uma extensão.html ou .liquid) no bucket do S3. Encontre os modelos de pré-
compilação na página do tipo de tarefa em questão.

• Se estiver usando um fluxo de trabalho de rotulagem personalizado, você poderá criar 
um modelo personalizado e salvar o modelo no bucket do S3. Para saber como criar 
um modelo de operador personalizado, consulte Etapa 2: Criar seu modelo de tarefa de 
operador personalizada. Para obter elementos HTML personalizados que você pode usar 
para personalizar o modelo, consulte Referência do Crowd HTML Elements. Para obter um 
repositório de modelos de demonstração para várias tarefas de rotulagem, consulte Interfaces 
do usuário de tarefas de exemplo do Amazon SageMaker Ground Truth.

• Um arquivo manifesto de entrada que especifique os dados de entrada no Amazon S3. Especifique 
o local do arquivo manifesto de entrada no ManifestS3Uri. Para obter informações sobre como 
criar um manifesto de entrada, consulte Dados de entrada. Se você criar um trabalho de rotulagem 
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de streaming, isso é opcional. Para saber como criar um trabalho de rotulagem de streaming, 
consulte Criar um trabalho de rotulagem de streaming.

• Um bucket do Amazon S3 para armazenar seus dados de saída. Você especifica este bucket e, 
opcionalmente, um prefixo em S3OutputPath.

• Um arquivo de configuração de categoria de rótulo. O nome de cada categoria de rótulo 
deve ser exclusivo. Especifique o local desse arquivo no Amazon S3 usando o parâmetro
LabelCategoryConfigS3Uri. As categorias de rótulo e formato desse arquivo dependem do 
tipo de tarefa que você usa:

• Para classificação de imagens e classificação de texto (rótulo único e múltiplos), você deve 
especificar pelo menos duas categorias de rótulos. Para todos os outros tipos de tarefas, o 
número mínimo de categorias de rótulos exigido é 01.

• Para tarefas de reconhecimento de entidades nomeadas, você deve fornecer instruções de 
trabalhadores nesse arquivo. Para obter detalhes e um exemplo, consulte Forneça instruções de 
trabalho em um Arquivo de configuração de categoria de rótulo.

• Para o tipo de tarefa de nuvem de pontos 3D e quadros de vídeo, use o formato em Criar um 
arquivo de configuração de categoria de rotulagem com atributos de categoria e quadro de 
rótulo.

• Para todos os outros tipos de tarefa integradas e tarefas personalizadas, o arquivo de 
configuração da categoria de rótulo deve ser um arquivo JSON no seguinte formato. Identifique 
os rótulos que você deseja usar substituindo label_1, label_2, ..., label_n pelas 
categorias de rótulos.

{ 
    "document-version": "2018-11-28" 
    "labels": [ 
        {"label": "label_1"}, 
        {"label": "label_2"}, 
        ... 
        {"label": "label_n"} 
    ]
}

• Uma função do AWS Identity and Access Management (IAM) com a política IAM gerenciada 
do AmazonSageMakerGroundTruthExecution anexada e com permissões de acesso aos seus 
buckets do S3. Especifique essa função em RoleArn. Para saber mais sobre essa política, 
consulte Use políticas gerenciadas do IAM com o Ground Truth. Se você precisar de permissões 
mais granulares, consulte the section called “Permissões do IAM”.
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Se o nome do bucket de entrada ou saída não contiver sagemaker, você poderá anexar uma 
política à função passada para a operação CreateLabelingJob semelhante à seguinte.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_input_bucket/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_output_bucket/*" 
            ] 
        } 
    ]
}

• Um Nome de recurso da Amazon (ARN) da função de pré e pós-anotação do AWS Lambda (ou 
consolidação de anotação) para processar seus dados de entrada e saída.

• As funções do Lambda são pré-definidas em cada Região AWS para tipos de tarefas 
integradas. Para encontrar o ARN do Lambda de pré-anotação de sua Região, consulte
PreHumanTaskLambdaArn. Para localizar o ARN Lambda de consolidação de anotações do 
para a sua Região, consulte AnnotationConsolidationLambdaArn.

• Para fluxos de trabalho de rotulagem personalizada, é necessário fornecer um ARN do Lambda 
de pré e pós-anotação. Para saber como criar essas funções do Lambda, consulte Etapa 3: 
processando com AWS Lambda.

• Um ARN de equipe de trabalho que você especifica em WorkteamArn. Você recebe um 
ARN de equipe de trabalho ao assinar uma força de trabalho de um fornecedor ou criar uma 
equipe de trabalho privada. Se você estiver criando um trabalho de rotulagem para um tipo de 
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tarefa da nuvem de pontos ou quadros de vídeo, não será possível usar a força de trabalho 
Amazon Mechanical Turk. Para todos os outros tipos de tarefas, para usar a força de trabalho do 
Mechanical Turk, use o seguinte ARN. Substitua region pela Região AWS que você está usando 
para criar o trabalho de rotulagem.

arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

Se você usar a força de trabalho Amazon Mechanical Turk, use o parâmetro
ContentClassifiers em DataAttributes de InputConfig para declarar que o seu 
conteúdo não contém informações de identificação pessoal e nem conteúdo adulto.

O Ground Truth exige que seus dados de entrada estejam livres de informações de 
identificação pessoal (PII) quando você usa o Mechanical Turk. Se você usa o Mechanical 
Turk e não especifica que seus dados de entrada estão livres de PII usando o sinalizador
FreeOfPersonallyIdentifiableInformation, seu trabalho de rotulagem irá falhar. Use 
a bandeira FreeOfAdultContent para declarar que seus dados de entrada estão livres de 
conteúdo adulto. O SageMaker pode restringir os operadores do Amazon Mechanical Turk que 
podem visualizar sua tarefa se ela contiver conteúdo adulto.

Para saber mais sobre equipes de trabalho e forças de trabalho, consulte Criar e gerenciar forças 
de trabalho.

• Se você usa a força de trabalho do Mechanical Turk, deve especificar o preço que pagará aos 
trabalhadores pela execução de uma única tarefa em PublicWorkforceTaskPrice.

• Para configurar a tarefa, você deve fornecer uma descrição da tarefa e um título usando
TaskDescription e TaskTitle, respectivamente. Opcionalmente, você pode fornecer limites 
de tempo que controlam por quanto tempo os operadores precisam trabalhar em uma tarefa 
individual (TaskTimeLimitInSeconds) e por quanto tempo as tarefas permanecem no portal do 
operador, disponível para os operadores (TaskAvailabilityLifetimeInSeconds).

• (Opcional) Para alguns tipos de tarefa, é possível que vários operadores rotulem 
um único objeto de dados inserindo um número superior a um para o parâmetro
NumberOfHumanWorkersPerDataObject. Para obter mais informações sobre consolidação de 
anotações, consulte Consolidar anotações.

• (Opcional) Para criar um trabalho automatizado de rotulagem de dados, especifique um dos 
ARNs listados em LabelingJobAlgorithmSpecificationArn em LabelingJobAlgorithmsConfig. 
Esse ARN identifica o algoritmo usado na tarefa automatizada de rotulagem de dados. O tipo de 
tarefa associado a esse ARN deve corresponder ao tipo de tarefa do PreHumanTaskLambdaArn
e AnnotationConsolidationLambdaArn que você especificar. A rotulagem automatizada 
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de dados é compatível com os seguintes tipos de tarefas: classificação de imagens, caixa 
delimitadora, segmentação de semântica e classificação de texto. O número mínimo de objetos 
permitidos para a rotulagem de dados automatizada é de 1.250, mas é altamente recomendável 
fornecer um mínimo de 5.000 objetos. Para saber mais sobre trabalhos de rotulagem de dados 
automatizados, consulteAutomatizar a rotulagem de dados.

• (Opcional) Você pode fornecer StoppingConditions, que faz com que o trabalho de rotulagem 
seja interrompido se uma das condições for atendida. Você pode usar condições de interrupção 
para controlar o custo do trabalho de rotulagem.

Exemplos

Os exemplos de código a seguir demonstram como criar um trabalho de rotulagem usando
CreateLabelingJob. Para exemplos adicionais, recomendamos que você use um dos blocos 
de anotação Jupyter de Trabalhos de rótulo de veracidade na seção de Exemplos do SageMaker 
de uma instância de cadernos do SageMaker. Para saber como usar um exemplo de caderno dos 
Exemplos do SageMaker, consulte. Blocos de anotações de exemplo Você também pode obter 
esses cadernos de exemplos de código no in the repositório de exemplos do SageMaker .

AWS SDK for Python (Boto3)

Veja a seguir um exemplo de uma solicitação do AWS SDK Python (Boto3) para criar um trabalho 
de rotulagem para tipos de tarefas integradas na região Leste dos EUA (Norte da Virgínia) 
usando uma força de trabalho privada. Substitua todo o texto em itálico vermelho pelos 
recursos e especificações do seu trabalho de rotulagem.

response = client.create_labeling_job( 
    LabelingJobName="example-labeling-job", 
    LabelAttributeName="label", 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': "s3://bucket/path/manifest-with-input-data.json"
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                 "FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent", 
            ] 
        } 
    }, 
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    OutputConfig={ 
        'S3OutputPath': "s3://bucket/path/file-to-store-output-data", 
        'KmsKeyId': "string"
    }, 
    RoleArn="arn:aws:iam::*:role/*", 
    LabelCategoryConfigS3Uri="s3://bucket/path/label-categories.json", 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': "arn:aws:sagemaker:region:*:workteam/private-crowd/*", 
        'UiConfig': { 
            'UiTemplateS3Uri': "s3://bucket/path/custom-worker-task-template.html"
        }, 
        'PreHumanTaskLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype", 
        'TaskKeywords': [ 
            "Images", 
            "Classification", 
            "Multi-label" 
        ], 
        'TaskTitle': "Multi-label image classification task", 
        'TaskDescription': "Select all labels that apply to the images shown", 
        'NumberOfHumanWorkersPerDataObject': 1, 
        'TaskTimeLimitInSeconds': 3600, 
        'TaskAvailabilityLifetimeInSeconds': 21600, 
        'MaxConcurrentTaskCount': 1000, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:ACS-" 
        }, 
    Tags=[ 
        { 
            'Key': "string", 
            'Value': "string"
        }, 
    ]
)

AWS CLI

Veja a seguir um exemplo de uma solicitação do AWS CLI para criar um trabalho de rotulagem 
para tipos de tarefas integradas na região Leste dos EUA (Norte da Virgínia) usando a força de 
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trabalho Amazon Mechanical Turk. Para obter mais informações, consulte start-human-loop na
Referência de comandos da AWS CLI. Substitua todo o texto em itálico vermelho pelos 
recursos e especificações do seu trabalho de rotulagem.

$ aws --region us-east-1 sagemaker create-labeling-job \
--labeling-job-name "example-labeling-job" \
--label-attribute-name "label" \
--role-arn "arn:aws:iam::account-id:role/role-name" \
--input-config '{ 
        "DataAttributes": { 
            "ContentClassifiers": [ 
                 "FreeOfPersonallyIdentifiableInformation", 
                 "FreeOfAdultContent"
            ] 
        }, 
        "DataSource": { 
            "S3DataSource": { 
                "ManifestS3Uri": "s3://bucket/path/manifest-with-input-data.json"
            } 
        } 
    }' \
--output-config '{ 
        "KmsKeyId": "", 
        "S3OutputPath": "s3://bucket/path/file-to-store-output-data"
    }' \
--human-task-config '{ 
        "AnnotationConsolidationConfig": { 
            "AnnotationConsolidationLambdaArn": "arn:aws:lambda:us-
east-1:432418664414:function:ACS-" 
        }, 
        "TaskAvailabilityLifetimeInSeconds": 21600, 
        "TaskTimeLimitInSeconds": 3600, 
        "NumberOfHumanWorkersPerDataObject": 1, 
        "PreHumanTaskLambdaArn":  "arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype", 
        "WorkteamArn": "arn:aws:sagemaker:us-east-1:394669845002:workteam/public-
crowd/default", 
        "PublicWorkforceTaskPrice": { 
            "AmountInUsd": { 
                "Dollars": 0, 
                "TenthFractionsOfACent": 6, 
                "Cents": 3
            } 
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        }, 
        "TaskDescription": "Select all labels that apply to the images shown", 
        "MaxConcurrentTaskCount": 1000, 
        "TaskTitle": "Multi-label image classification task",, 
        "TaskKeywords": [ 
            "Images", 
            "Classification", 
            "Multi-label" 
        ], 
        "UiConfig": { 
            "UiTemplateS3Uri": "s3://bucket/path/custom-worker-task-template.html"
        } 
    }'

Para obter mais informações sobre essa operação, consulte CreateLabelingJob. Para obter 
informações sobre como usar outros SDKs específicos de linguagem, consulte Consulte também no 
tópico CreateLabelingJobs.

Criar um trabalho de rotulagem de streaming

Os trabalhos de rotulagem de streaming permitem que você envie objetos de dados individuais 
em tempo real para um trabalho de rotulagem de streaming em execução permanente. Para criar 
um trabalho de rotulagem de streaming, você deve criar um tópico de entrada do Amazon SNS e 
especificar esse tópico nos CreateLabelingJobparâmetros InputConfig de SnsDataSource. 
Você também pode, opcionalmente, criar um tópico de saída do Amazon SNS e especificá-lo em
OutputConfig se quiser receber dados de etiquetas em tempo real.

Important

Se você for um novo usuário dos trabalhos de rotulagem de streaming da Ground Truth, é 
recomendável que revise Trabalhos de etiquetagem em Ground Truth Streaming antes de 
criar um trabalho de rotulagem de streaming.

Use as seções a seguir para criar os recursos necessários e que podem ser usados para criar um job 
de rotulagem de streaming:

• Aprenda a criar tópicos de SNS com as permissões necessárias para trabalhos de rotulagem de 
streaming do Ground Truth seguindo as etapas descritas em Crie tópicos de entrada e saída do 
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Amazon SNS. Seus tópicos do SNS devem ser criados na mesma região AWS do seu trabalho de 
rotulagem.

• Consulte Inscreva um endpoint no tópico de saída do Amazon SNS para saber como configurar 
um endpoint para receber dados de saída da tarefa de rotulagem em um endpoint especificado 
sempre que uma tarefa de rotulagem for concluída.

• Para saber como configurar seu bucket do Amazon S3 para enviar notificações para o tópico 
de entrada do Amazon SNS, consulte Configuração de notificações de eventos do Amazon S3 
Bucket.

• Opcionalmente, adicione objetos de dados que você deseja rotular assim que o trabalho de 
rotulagem começar em seu manifesto de entrada. Para obter mais informações, consulte Criar um 
arquivo de manifesto (opcional).

• Há outros recursos necessários para criar um trabalho de rotulagem, como uma função do IAM, 
um bucket do Amazon S3, um modelo de tarefa de operador e categorias de rótulos. Eles estão 
descritos na documentação de Ground Truth sobre a criação de um trabalho de rotulagem. Para 
obter mais informações, consulte Criar um trabalho de rotulagem.

Important

Quando criar um trabalho de rotulagem, você deve fornecer uma função de execução. 
Anexe a política gerenciada AWS AmazonSageMakerGroundTruthExecution a essa função 
para garantir que ela tenha as permissões necessárias para executar seu trabalho de 
rotulagem.

Quando você envia uma solicitação para criar um trabalho de rotulagem de streaming, o estado do 
seu trabalho de etiquetagem é Initializing. Quando o trabalho de rotulagem está ativo, o estado 
muda para InProgress. Não envie novos objetos de dados para o seu trabalho de rotulagem nem 
tente interromper seu trabalho de rotulagem enquanto ele estiver no estado Initializing . Depois 
que o estado mudar para InProgress, você poderá começar a enviar novos objetos de dados 
usando o Amazon SNS e a configuração do Amazon S3.

Tópicos

• Crie tópicos de entrada e saída do Amazon SNS

• Configuração de notificações de eventos do Amazon S3 Bucket

• Criar um arquivo de manifesto (opcional)

• Exemplo: use a API do SageMaker para criar um trabalho de rotulagem de streaming

Criar um trabalho de rotulagem 1607



Amazon SageMaker Guia do Desenvolvedor

• Interromper um trabalho de rotulagem de streaming

Crie tópicos de entrada e saída do Amazon SNS

Você precisa criar uma entrada do Amazon SNS para criar um trabalho de rotulagem de streaming. 
Opcionalmente, você pode fornecer um tópico de saída do Amazon SNS.

Quando criar um tópico do Amazon SNS para usar em seu trabalho de rotulagem de streaming, 
anote o tópico Nome do recurso da Amazon (ARN). O ARN serão os valores de entrada para o 
parâmetro SnsTopicArn em InputConfig e OutputConfig quando você criar um trabalho de 
rotulagem.

Criar um tópico de entrada

Seu tópico de entrada é usado para enviar novos objetos de dados para o Ground Truth. Para 
criar um tópico de entrada, consulte as instruções em Criar um tópico do Amazon SNS no Guia do 
desenvolvedor do Amazon Simple Notification Service.

Anote o ARN do tópico de entrada e use-o como entrada CreateLabelingJob para o parâmetro
SnsTopicArn em InputConfig.

Criar um tópico de saída

Se você fornecer um tópico de saída, ele será usado para enviar notificações quando um objeto de 
dados for rotulado. Ao criar um tópico, você tem a opção de adicionar uma chave de criptografia. Use 
essa opção para adicionar uma chave gerenciada pelo cliente AWS Key Management Service ao 
seu tópico para criptografar os dados de saída do seu trabalho de rotulagem antes que eles sejam 
publicados no tópico de saída.

Para criar um tópico de saída, consulte as instruções em Criar um tópico do Amazon SNS no Guia 
do desenvolvedor do Amazon Simple Notification Service.

Se você adicionar criptografia, deverá anexar permissão adicional ao tópico. Consulte Adicionar 
criptografia ao seu tópico de saída (opcional) para obter mais informações.

Important

Para adicionar uma chave gerenciada pelo cliente ao seu tópico de saída ao criar um tópico 
no console, não use a opção alias/aws/sns (padrão). Selecione uma chave gerenciada pelo 
cliente que você criou.
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Anote o ARN do tópico de entrada e use-o na sua solicitação CreateLabelingJob para o 
parâmetro SnsTopicArn em OutputConfig.

Adicionar criptografia ao seu tópico de saída (opcional)

Para criptografar mensagens publicadas em seu tópico de saída, você precisa fornecer uma chave 
gerenciada pelo cliente AWS KMS para o seu tópico. Modifique a política a seguir e adicione-a à sua 
chave gerenciada pelo cliente para dar permissão ao Ground Truth para criptografar dados de saída 
antes de publicá-los em seu tópico de saída.

Substitua <account_id> pelo ID da conta que você está usando para criar o seu tópico. Para saber 
como visualizar o ID da conta AWS, consulte Localizar o ID da conta AWS.

{ 
    "Id": "key-console-policy", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable IAM User Permissions", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::<account_id>:root" 
            }, 
            "Action": "kms:*", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Allow access for Key Administrators", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::<account_id>:role/Admin" 
            }, 
            "Action": [ 
                "kms:Create*", 
                "kms:Describe*", 
                "kms:Enable*", 
                "kms:List*", 
                "kms:Put*", 
                "kms:Update*", 
                "kms:Revoke*", 
                "kms:Disable*", 
                "kms:Get*", 
                "kms:Delete*", 
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                "kms:TagResource", 
                "kms:UntagResource", 
                "kms:ScheduleKeyDeletion", 
                "kms:CancelKeyDeletion" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Além disso, você deve modificar e adicionar a política a seguir à função de execução que você usa 
para criar seu trabalho de rotulagem (o valor de entrada para RoleArn).

Substitua <account_id> pelo ID da conta que você está usando para criar o seu tópico. Substitua
<region> pela região AWS na qual você está criando o trabalho de rotulagem. Substitua <key_id>
pelo ID da chave gerenciada pelo cliente.

{  
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "sid1", 
      "Effect": "Allow", 
      "Action": [ 
        "kms:Decrypt", 
        "kms:GenerateDataKey" 
      ], 
      "Resource": "arn:aws:kms:<region>:<account_id>:key/<key_id>" 
    } 
  ]
}

Para obter mais informações sobre como criar e proteger chaves, consulte Criação de chaves e Uso 
de políticas de chaves no Guia do desenvolvedor AWS Key Management Service.

Inscreva um endpoint no tópico de saída do Amazon SNS

Quando um operador conclui uma tarefa do trabalho de rotulagem a partir de um trabalho de 
rotulagem de streaming do Ground Truth, o Ground Truth usa seu tópico de saída para publicar 
dados de saída em um ou mais endpoints especificados por você. Para receber notificações quando 
um operador concluir uma tarefa de rotulagem, assine um endpoint para seu tópico de saída do 
Amazon SNS.
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Para saber como adicionar endpoints ao seu tópico de saída, consulte Inscrever-se em um tópico do 
Amazon SNS no Guia do desenvolvedor do Amazon Simple Notification Service.

Para saber mais sobre o formato de dados de saída publicado nesses endpoints, consulte Dados de 
saída.

Important

Se você não inscrever um endpoint no seu tópico de saída do Amazon SNS, não receberá 
notificações quando novos objetos de dados forem rotulados.

Configuração de notificações de eventos do Amazon S3 Bucket

Você pode adicionar uma notificação de evento ao seu bucket do Amazon S3 usando o console 
do Amazon S3, a API e os SDKs AWS específicos do idioma, ou o AWS Command Line Interface. 
Configure esse evento para enviar notificações para o mesmo tópico de entrada do Amazon SNS 
que você especificou usando SnsTopicArn em InputConfig quando criar um trabalho de 
rotulagem. Não configure notificações de eventos usando a mesma localização do Amazon S3 que 
você especificou para S3OutputPath em OutputConfig – isso pode resultar no processamento 
de objetos de dados indesejados pelo Ground Truth para rotulagem.

Você decide os tipos de eventos que deseja enviar para o seu tópico do Amazon SNS. O Ground 
Truth cria um trabalho de rotulagem quando você envia eventos de criação de objetos.

A estrutura de eventos enviada ao seu tópico de entrada do Amazon SNS deve ser uma mensagem 
JSON formatada usando a mesma estrutura encontrada em Estrutura de mensagens de eventos.

Para ver exemplos de como você pode configurar uma notificação de evento para o seu bucket do 
Amazon S3 usando o console do Amazon S3, o SDK AWS para .NET e o SDK AWS for Java, siga 
as instruções de Passo a passo: configurar um bucket para notificações (tópico do SNS ou fila do 
SQS) no Guia do usuário do Amazon Simple Storage Service.

Criar um arquivo de manifesto (opcional)

Ao criar um trabalho de rotulagem de streaming, você tem a opção única de adicionar objetos (como 
imagens ou texto) a um arquivo de manifesto de entrada especificado em ManifestS3Uri of
CreateLabelingJob. Quando o trabalho de rotulagem de streaming é iniciado, esses objetos são 
enviados aos operadores ou adicionados à fila do Amazon SQS se houver excesso no número total 
de objetos MaxConcurrentTaskCount. Os resultados são adicionados ao caminho do Amazon S3 
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que você especifica ao criar o trabalho de rotulagem periodicamente, à medida que os operadores 
concluem as tarefas de rotulagem. Os dados de saída são enviados para qualquer endpoint que 
você assine no tópico de saída.

Se quiser fornecer objetos iniciais para serem rotulados, crie um arquivo de manifesto que identifique 
esses objetos e coloque-o no Amazon S3. Especifique o URI S3 desse arquivo de manifesto em
ManifestS3Uri dentro de InputConfig.

Para saber como formatar o seu arquivo de manifesto, consulte Dados de entrada. Para usar o 
console do SageMaker para gerar automaticamente um arquivo de manifesto (não compatível com 
tipos de tarefas de nuvem de pontos 3D), consulte Configuração automatizada de dados.

Exemplo: use a API do SageMaker para criar um trabalho de rotulagem de streaming

Veja a seguir um exemplo de uma AWSSolicitação do Python SDK (Boto3) que você pode usar para 
iniciar um trabalho de rotulagem de streaming na região Leste dos EUA (Virgínia do Norte). Para 
obter mais detalhes sobre cada parâmetro abaixo, consulte CreateLabelingJob. Para saber como 
você pode criar um trabalho de rotulagem usando essa API e os SDKs específicos da linguagem 
associada, consulte Criar um trabalho de rotulagem (API).

Nesse exemplo, observe os seguintes parâmetros:

• SnsDataSource – Esse parâmetro aparece em InputConfig e OutputConfig e é usado 
para identificar seus tópicos de entrada e saída do Amazon SNS, respectivamente. Para criar um 
trabalho de rotulagem de streaming, você deve fornecer um tópico de entrada do Amazon SNS. 
Você também pode, opcionalmente, fornecer um tópico de saída do Amazon SNS.

• S3DataSource – Esse parâmetro é opcional. Use esse parâmetro se quiser incluir um arquivo 
de manifesto de entrada de objetos de dados que você deseja rotular assim que o trabalho de 
rotulagem começar.

• StoppingConditions – Esse parâmetro é ignorado quando você cria um trabalho de rotulagem 
de streaming. Para saber mais sobre como interromper um trabalho de rotulagem de streaming, 
consulte Interromper um trabalho de rotulagem de streaming.

• Os trabalhos de rotulagem de streaming não são compatíveis com a rotulagem automatizada de 
dados. Não inclua o parâmetro LabelingJobAlgorithmsConfig.

response = client.create_labeling_job( 
    LabelingJobName= 'example-labeling-job', 
    LabelAttributeName='label', 
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    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': 's3://bucket/path/manifest-with-input-data.json' 
            }, 
            'SnsDataSource': { 
                'SnsTopicArn': 'arn:aws:sns:us-east-1:123456789012:your-sns-input-
topic' 
            } 
        }, 
        'DataAttributes': { 
            'ContentClassifiers': [ 
                'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
            ] 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/file-to-store-output-data', 
        'KmsKeyId': 'string', 
        'SnsTopicArn': 'arn:aws:sns:us-east-1:123456789012:your-sns-output-topic' 
    }, 
    RoleArn='arn:aws:iam::*:role/*', 
    LabelCategoryConfigS3Uri='s3://bucket/path/label-categories.json', 
    HumanTaskConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:us-east-1:*:workteam/private-crowd/*', 
        'UiConfig': { 
            'UiTemplateS3Uri': 's3://bucket/path/custom-worker-task-template.html' 
        }, 
        'PreHumanTaskLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype', 
        'TaskKeywords': [ 
            'Example key word', 
        ], 
        'TaskTitle': 'Multi-label image classification task', 
        'TaskDescription': 'Select all labels that apply to the images shown', 
        'NumberOfHumanWorkersPerDataObject': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'MaxConcurrentTaskCount': 123, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': 'arn:aws:lambda:us-
east-1:432418664414:function:ACS-tasktype' 
            } 
        }, 
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    Tags=[ 
        { 
            'Key': 'string', 
            'Value': 'string' 
        }, 
    ]
)

Interromper um trabalho de rotulagem de streaming

Você pode interromper manualmente seu trabalho de rotulagem de streaming usando a operação
StopLabelingJob.

Se o seu trabalho de etiquetagem permanecer inativo por mais de 10 dias, ele será automaticamente 
interrompido pelo Ground Truth. Nesse contexto, um trabalho de rotulagem é considerado inativo se 
nenhum objeto for enviado para o tópico de entrada do Amazon SNS e nenhum objeto permanecer 
na fila do Amazon SQS aguardando para ser rotulado. Por exemplo, se nenhum objeto de dados for 
inserido no tópico de entrada do Amazon SNS e todos os objetos inseridos no trabalho de rotulagem 
já estiverem rotulados, o Ground Truth iniciará um cronômetro. Após o início do cronômetro, se 
nenhum item for recebido em um período de 10 dias, o trabalho de rotulagem será interrompido.

Quando um trabalho de rotulagem é interrompido, seu status é STOPPING enquanto o Ground Truth 
limpa os recursos do trabalho de rotulagem e cancela a assinatura do tópico do Amazon SNS na fila 
do Amazon SQS. O Amazon SQS não é excluído pelo Ground Truth porque essa fila pode conter 
objetos de dados não processados. Exclua manualmente a fila se quiser evitar cobranças adicionais 
do Amazon SQS. Para saber mais, consulte Definição de preços do Amazon SQS.

Criar um arquivo de configuração de categoria de rotulagem com atributos de 
categoria e quadro de rótulo

Quando criar um trabalho de rotulagem de nuvem de pontos 3D ou quadro de vídeo usando a 
operação CreateLabelingJobde API do Amazon SageMaker, use um arquivo de configuração de 
categoria de rótulo para especificar seus rótulos e as instruções do operador. Opcionalmente, você 
pode fornecer o seguinte em seu arquivo de atributo de categoria de rótulo:

• Você pode fornecer atributos de categoria de rótulo para quadros de vídeo e rastreamento de 
objetos de nuvem de pontos 3D e tipos de tarefas de detecção de objetos. Os operadores podem 
usar um ou mais atributos para fornecer mais informações sobre esse objeto. Por exemplo, você 
pode querer usar o atributo obstruído para que os operadores identifiquem quando um objeto 
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está parcialmente obstruído. É possível especificar um atributo de categoria de rótulo para um 
único rótulo usando o parâmetro categoryAttributes ou para todos os rótulos que usam o 
parâmetro categoryGlobalAttributes.

• Você pode fornecer atributos de quadro para de rótulo para rastreamento de objetos 
quadros de vídeo de nuvem de pontos 3D e tipos de tarefas de detecção de objetos usando
frameAttributes. Quando você cria um atributo de quadro, ele aparece em cada quadro ou 
nuvem de pontos na tarefa do operador. Em trabalhos de rotulagem de quadros de vídeo, esses 
são atributos que os trabalhadores atribuem a um quadro de vídeo inteiro. Para trabalhos de 
rotulagem de nuvem de pontos 3D, esses atributos são aplicados a uma única nuvem de pontos. 
Use atributos de quadro para que os trabalhadores forneçam mais informações sobre a cena em 
um quadro específico ou nuvem de pontos.

• Para trabalhos de rotulagem de quadros de vídeo, você usa o arquivo de configuração da 
categoria de rótulo para especificar o tipo de tarefa (caixa delimitadora, polilinha, polígono ou 
ponto-chave) enviada aos trabalhadores.

Para trabalhadores, especificar valores para atributos de categoria de rótulo e atributos de quadro 
será opcional.

Important

Você só deverá fornecer um nome de atributo de rótulo em auditLabelAttributeName
se estiver executando um trabalho de auditoria para verificar ou ajustar rótulos. Use esse 
parâmetro para inserir o LabelAttributeName usado no trabalho de rotulagem que gerou as 
anotações que você deseja que o operador ajuste. Ao criar um trabalho de rotulagem no 
console, se você não especificou um nome de atributo de rótulo, o Nome do trabalho é usado 
como LabelAttributeName.

Tópicos

• Esquema do arquivo de configuração da categoria de rótulo

• Exemplo: arquivos de configuração de categoria de rotulagem para trabalhos de rotulagem de 
nuvem de pontos 3D

• Exemplo: arquivos de configuração de categoria de rótulo para trabalhos de rotulagem de quadros 
de vídeo

• Criar instruções do operador
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Esquema do arquivo de configuração da categoria de rótulo

A tabela a seguir lista os elementos que você pode e deve incluir no arquivo de configuração da 
categoria de rótulo.

Note

O parâmetro annotationType só é suportado para trabalhos de rotulagem de quadros de 
vídeo.

Parâmetro Obrigatór 
io

Valores aceitos Descrição

frameAttributes Não Uma lista de objetos JSON.

Parâmetros necessários em cada 
objeto JSON:

name, type, description

minimum e maximum são 
necessários se type for
"number"

Parâmetros opcionais em cada 
objeto JSON:

enum, editsAllowed ,
isRequired

Use esse parâmetro 
para criar um atributo 
de quadro que seja 
aplicado a todos os 
quadros ou nuvens 
de pontos 3D em seu 
trabalho de rotulagem 
.
Consulte a terceira 
tabela nesta seção 
para obter mais 
informações.

categoryG 
lobalAttr 
ibutes

Não Uma lista de objetos JSON.

Parâmetros necessários em cada 
objeto JSON:

name, type

Use esse parâmetro 
para criar atributos 
da categoria de rótulo 
que são aplicados 
a todos os rótulos 
especificados em
labels.
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Parâmetro Obrigatór 
io

Valores aceitos Descrição

minimum e maximum são 
necessários se type for
"number"

Parâmetros opcionais em cada 
objeto JSON:

description , enum,
editsAllowed , isRequired

Consulte a terceira 
tabela nesta seção 
para obter mais 
informações.
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Parâmetro Obrigatór 
io

Valores aceitos Descrição

labels Sim Uma lista de até 30 objetos JSON

Parâmetros necessários em cada 
objeto JSON:

label

Parâmetros opcionais em cada 
objeto JSON:

categoryAttributes ,
editsAllowed

Use esse parâmetro 
para especificar os 
rótulos, ou classes. 
Adicione um label
para cada classe.

Para adicionar um 
atributo da categoria 
de rótulo a um rótulo, 
adicione categoryA 
ttributes  a esse 
rótulo.

Use editsAllo 
wed  para especific 
ar se um rótulo pode 
ou não ser editado 
em uma tarefa de 
ajuste de rotulagem 
. Defina editsAllo 
wed  como "none"
para trabalhos de 
rotulagem de verificaç 
ão.

Consulte a tabela a 
seguir para obter mais 
informações.
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Parâmetro Obrigatór 
io

Valores aceitos Descrição

annotatio 
nType (suportad 
o somente para 
trabalhos de 
rotulagem de quadros 
de vídeo)

Não Segmento

Parâmetros aceitos:

BoundingBox , Polyline,
Polygon, Keypoint

Padrão:

BoundingBox

Use isso para 
especificar o tipo 
de tarefa para 
seus trabalhos 
de rotulagem de 
quadros de vídeo. Por 
exemplo, para uma 
tarefa de detecção 
de objetos de quadro 
de vídeo poligonal, 
escolha Polygon.

Se você não especific 
ar um annotatio 
nType  ao criar um 
trabalho de rotulagem 
de quadros de vídeo, 
o Ground Truth usará
BoundingBox  por 
padrão.
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Parâmetro Obrigatór 
io

Valores aceitos Descrição

instructions Não Um objeto JSON
Parâmetros necessários em cada 
objeto JSON:

"shortInstruction" ,
"fullInstruction"

Use esse parâmetro 
para adicionar 
instruções do 
operador para 
ajudar os operadore 
s a concluir suas 
tarefas. Para obter 
mais informações 
sobre instruçõe 
s do operador, 
consulte Instruções 
do operador.

As instruções curtas 
devem ter menos de 
255 caracteres e a 
instrução longa deve 
ter menos de 2.048 
caracteres.

Para obter mais 
informações, consulte
Criar instruções do 
operador.
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Parâmetro Obrigatór 
io

Valores aceitos Descrição

auditLabe 
lAttributeName

Necessári 
o para 
tipos de 
tarefas 
de 
ajuste e 
verificaç 
ão

Segmento Insira o LabelAttr 
ibuteName usado no 
trabalho de rotulagem 
do qual deseja ajustar 
as anotações.

Use esse parâmetro 
somente se estiver 
criando um trabalho 
de ajuste para 
quadro de vídeo e 
detecção de objeto 
de nuvem de pontos 
3D ou segmentação 
semântica de nuvem 
de pontos 3D.

A tabela a seguir descreve os parâmetros que você pode e deve usar para criar uma lista de
Labels. Cada parâmetro deve ser incluído em um objeto JSON.

Parâmetro Obrigatório Valores aceitos Descrição

label Sim Segmento O nome da categoria 
de rótulo que é 
exibida para os 
trabalhadores. 
O nome de cada 
categoria de rótulo 
deve ser exclusivo.

categoryA 
ttributes

Não Uma lista de objetos 
JSON.

Use esse parâmetro 
para adicionar 
atributos da categoria 
de rótulo a rótulos 
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Parâmetro Obrigatório Valores aceitos Descrição

Parâmetros necessári 
os em cada objeto 
JSON:

name, type

minimum e maximum
são necessários se
type for "number"

Parâmetros opcionais 
em cada objeto 
JSON:

description ,
enum, editsAllo 
wed , isRequired

específicos determina 
dos em labels.

Para adicionar um 
ou mais atributos 
de categoria de 
rótulo a um rótulo, 
inclua o objeto 
JSON categoryA 
ttributes
no mesmo objeto
labels JSON que 
está label.
Consulte a tabela a 
seguir para obter mais 
informações.
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Parâmetro Obrigatório Valores aceitos Descrição

editsAllowed Não Segmento

Valores com suporte:

"none": nenhuma 
modificação não é 
permitida.

ou

"any"(Padrão): todas 
as modificações são 
permitidas.

Especifica se um 
rótulo pode ou não 
ser editado pelos 
trabalhadores.

Para trabalhos de 
rotulagem de ajuste
de quadros de vídeo 
ou nuvem de pontos 
3D, adicione esse 
parâmetro a um ou 
mais objetos JSON 
na lista labels para 
especificar se um 
trabalhador pode ou 
não editar um rótulo.

Para trabalhos 
de rotulagem de 
nuvem de pontos 
3D e verificação
de quadros de 
vídeo, adicione esse 
parâmetro com o 
valor "none" de cada 
objeto JSON na lista
labels. Isso fará 
com que todos os 
rótulos sejam não 
editáveis.

A tabela a seguir descreve os parâmetros que você pode e deve usar para criar atributos de 
quadro usando frameAttributes e atributo de categoria de rótulo usando os parâmetros
categoryGlobalAttributes e categoryAttributes.
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Parâmetro Obrigatório Valores aceitos Descrição

name Sim Segmento Use esse parâmetro 
para atribuir um 
nome ao atributo da 
categoria de rótulo 
ou quadro. Esse é o 
nome de atributo que 
os operadores veem.

Cada nome de 
atributo de categoria 
de rótulo em seu 
arquivo de configura 
ção de categoria 
de rótulo deve 
ser exclusivo. Os 
atributos globais da 
categoria do rótulo e 
os atributos específic 
os da categoria do 
rótulo não podem ter 
o mesmo nome.

type Sim Segmento

Valores obrigatórios:

"string" ou
"number"

Use esse parâmetro 
para definir o tipo de 
atributo da categoria 
de rótulo ou quadro.

Se você especific 
ar "string" para
type e fornecer um 
valor enum para esse 
atributo, os trabalhad 
ores poderão escolher 
uma das opções 
fornecidas por você.
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Parâmetro Obrigatório Valores aceitos Descrição

Se você especific 
ar "string" para
type e não fornecer 
um enum valor, 
os trabalhadores 
poderão inserir texto 
em formato livre.

Se você especific 
ar number para
type, o operador 
poderá inserir um 
número entre os 
números minimum
e maximumque você 
especificar.
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Parâmetro Obrigatório Valores aceitos Descrição

enum Não Lista de strings Use esse parâmetro 
para definir opções 
que os operadores 
podem escolher para 
essa categoria de 
rótulo ou atributo de 
quadro. Os operadore 
s podem escolher um 
valor especificado em
enum. Por exemplo, 
se você especificar
["foo", "buzz", 
"bar"] paraenum, os 
trabalhadores podem 
escolher um de foo,
buzz ou bar.

Você deve especificar
"string" para type
para usar uma lista
enum.
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Parâmetro Obrigatório Valores aceitos Descrição

description frameAttributes : 
Sim

categoryA 
ttributes
ou categoryG 
lobalAttr 
ibutes : Não

Segmento Use esse parâmetro 
para adicionar 
uma descrição da 
categoria de rótulo ou 
atributo de quadro. 
Você pode usar esse 
campo para fornecer 
aos trabalhadores 
mais informações 
sobre o atributo.

Esse campo só é 
obrigatório para 
atributos de quadro.

minimum e maximum Necessário se o 
atributo type for
"number"

Números inteiros Use esses parâmetro 
s para especificar 
valores mínimos e 
máximos (inclusivos) 
que os trabalhadores 
podem inserir para 
categoria de rótulo ou 
atributos de quadro 
numéricos.

Você deve especificar
"number" para type
para usar minimum e
maximum.
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Parâmetro Obrigatório Valores aceitos Descrição

editsAllowed Não Segmento

Valores obrigatórios:

"none": nenhuma 
modificação não é 
permitida.

ou

"any"(Padrão): todas 
as modificações são 
permitidas.

Especifica se uma 
categoria de rótulo 
ou atributo de 
quadro pode ou não 
ser editado pelos 
trabalhadores.

Para trabalhos de
ajuste e rotulagem 
de verificação de 
quadros de vídeo 
ou nuvem de pontos 
3D, adicione esse 
parâmetro aos objetos 
JSON de categoria 
de rótulo e atributo de 
quadro para especific 
ar se um trabalhad 
or pode ou não editar 
um atributo.

isRequired Não Booliano Especifica se os 
trabalhadores 
precisam anotar um 
atributo. Os trabalhad 
ores não podem 
enviar o trabalho até 
que todos os atributos 
necessários sejam 
anotados.

Cotas de rótulo e de atributo da categoria de rótulo

É possível especificar até 10 atributos da categoria de rótulo por classe. Essas cotas de 10 atributos 
incluem atributos da categoria de rótulo global. Por exemplo, se você criar quatro atributos da 
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categoria de rótulo global e, depois, atribuir três atributos da categoria de rótulo ao rótulo X, esse 
rótulo terá 4+3=7 atributos da categoria de rótulo no total. Para todas as categorias de rótulo e todos 
os limites de atributo da categoria de rótulo, consulte a tabela a seguir.

Tipo Mín. Máx

Rótulos (Labels) 1 30

Quota de caracteres do nome 
do rótulo

1 16

Atributos da categoria de 
rótulo por rótulo (soma de
categoryAttributes
ecategoryGlobalAttr 
ibutes )

0 10

Atributos da categoria da 
rótulo de entrada de texto em 
formato livre por rótulo (soma 
de categoryAttributes

 e categoryGlobalAttr 
ibutes ).

0 5

Atributos de quadro 0 10

Atributos de entrada de 
texto em formato livre em
frameAttributes .

0 5

Quota de caracteres do nome 
do atributo (name)

1 16

Quota de caracteres da 
descrição do atributo 
(description )

0 128

Quota de caracteres do tipo 
de atributo (type)

1 16
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Tipo Mín. Máx

Valores permitidos na lista
enum para um atributo
string

1 10

Cota de caracteres para um 
valor na lista enum

1 16

Máximo de caracteres na 
resposta de texto de formato 
livre para texto de formato 
livre frameAttributes

0 1000

Máximo de caracteres na 
resposta de texto de formato 
livre para texto de formato 
livre categoryAttributes

 e categoryGlobalAttr 
ibutes

0 80

Exemplo: arquivos de configuração de categoria de rotulagem para trabalhos de rotulagem de nuvem 
de pontos 3D

Selecione uma guia nas tabelas a seguir para ver exemplos de arquivos de configuração de 
categorias de rótulos de nuvem de pontos 3D para tarefas de detecção, rastreamento de objetos, 
segmentação semântica, ajuste e verificação de rotulagem.

3D Point Cloud Object Tracking and Object Detection

Veja a seguir um exemplo de um arquivo de configuração de categoria de rótulo que inclui 
atributos de categoria de rótulo para uma tarefa de detecção de objetos de nuvem de pontos 3D 
ou de rotulagem de rastreamento de objetos. Este exemplo inclui dois atributos de quadro, que 
serão adicionados a todas as nuvens de pontos enviadas ao trabalho de rotulagem. O rótulo Car
incluirá quatro atributos de categoria de rótulo - X,Y,Z e o atributo global, W.

{ 
    "documentVersion": "2020-03-01", 
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    "frameAttributes": [ 
        { 
            "name":"count players", 
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"], 
            "isRequired":true 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buzz", "biz"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum":["y1", "y2"] 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                } 
            ] 
        }, 
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        { 
            "label": "Pedestrian", 
            "categoryAttributes": [...] 
        } 
    ], 
    "instructions": {"shortInstruction":"Draw a tight Cuboid", 
 "fullInstruction":"<html markup>"}
}

3D Point Cloud Semantic Segmentation

Veja a seguir um exemplo um arquivo de configuração de categoria de rótulo para um trabalho de 
rotulagem de segmentação semântica de nuvem de pontos 3D.

Os atributos da categoria de rótulo não são compatíveis para tipos de tarefas de segmentação 
semântica de nuvem de pontos 3D. Os atributos do quadro são suportados. Se você fornecer 
atributos da categoria de rótulo para um trabalho de rotulagem de segmentação semântica, eles 
serão ignorados.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "labels": [ 
        { 
            "label": "Car", 
        }, 
        { 
            "label": "Pedestrian", 
        }, 
        { 
            "label": "Cyclist", 
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        } 
    ], 
    "instructions": {"shortInstruction":"Select the appropriate label and 
 paint all objects in the point cloud that it applies to the same color", 
 "fullInstruction":"<html markup>"}
}

Selecione uma guia na tabela a seguir para ver um exemplo de um arquivo de configuração de 
categoria de rótulo para trabalhos de verificação ou ajuste de nuvem de pontos 3D.

3D Point Cloud Adjustment

Veja a seguir um exemplo de um arquivo de configuração de categoria de rótulo para uma tarefa 
de rotulagem de detecção de objetos em nuvem de pontos 3D ou ajuste de rastreamento de 
objetos. Não há suporte para trabalhos de rotulagem de segmentação semântica de nuvem de 
pontos 3D categoryGlobalAttributes e categoryAttributes.

Você deve incluir auditLabelAttributeName para especificar o nome do atributo da 
rótulo da tarefa de rotulagem anterior que você usa para criar a tarefa de rotulagem de ajuste. 
Opcionalmente, você pode usar o parâmetro editsAllowed para especificar se um atributo de 
rótulo ou quadro pode ou não ser editado.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "editsAllowed":"none", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
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            "editsAllowed":"any", 
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buzz", "biz"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "editsAllowed":"any", 
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number" 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum":["y1", "y2"], 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                    "editsAllowed":"none" 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "categoryAttributes": [...] 
        } 
    ], 
    "instructions": {"shortInstruction":"Draw a tight Cuboid", 
 "fullInstruction":"<html markup>"}, 
    // include auditLabelAttributeName for label adjustment jobs 
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}
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3D Point Cloud Verification

Veja a seguir um exemplo de um arquivo de configuração de categoria de rótulo que você 
pode usar para um trabalho de identificação de detecção de objetos em nuvem de pontos 3D 
ou verificação de rastreamento de objetos. Não há suporte para trabalhos de rotulagem de 
verificação de segmentação semântica de nuvem de pontos 3D categoryGlobalAttributes
e categoryAttributes.

Você deve incluir auditLabelAttributeName para especificar o nome do atributo da rótulo da 
tarefa de rotulagem anterior que você usa para criar a tarefa de rotulagem de verificação. Além 
disso, você deve usar o parâmetro editsAllowed para especificar que nenhum rótulo pode ser 
editado.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "editsAllowed":"any",  
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "editsAllowed":"any",  
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "editsAllowed":"none",  
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buzz", "biz"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
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            "editsAllowed":"none",  
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                    "editsAllowed":"none" 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum":["y1", "y2"], 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                    "editsAllowed":"none" 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "editsAllowed":"none",  
            "categoryAttributes": [...] 
        } 
    ], 
    "instructions": {"shortInstruction":"Draw a tight Cuboid", 
 "fullInstruction":"<html markup>"}, 
    // include auditLabelAttributeName for label verification jobs 
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}

Exemplo: arquivos de configuração de categoria de rótulo para trabalhos de rotulagem de quadros 
de vídeo

As ferramentas de anotação disponíveis para seu operador e o tipo de tarefa usado dependem do 
valor que você especifica para annotationType. Por exemplo, se você quiser que os operadores 
usem pontos-chave para rastrear alterações na pose de objetos específicos em vários quadros, 
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você especificaria Keypoint para annotationType. Se você não especificar um tipo de anotação,
BoundingBox será usado por padrão.

Veja a seguir um exemplo de um arquivo de configuração de categoria de rótulo de ponto-chave de 
quadro de vídeo com atributos de categoria de rótulo. Este exemplo inclui dois atributos de quadro, 
que serão adicionados a todos os quadros enviados ao trabalho de rotulagem. O rótulo Car incluirá 
quatro atributos de categoria de rótulo - X, Y, Z e o atributo global, W.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buz", "buz2"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
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                    "type":"string", 
                    "enum": ["y1", "y2"] 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "categoryAttributes": [...] 
        } 
    ], 
    "annotationType":"Keypoint", 
    "instructions": {"shortInstruction":"add example short instructions here", 
 "fullInstruction":"<html markup>"}
}

Selecione uma guia da tabela a seguir para ver exemplos de arquivos de configuração de categoria 
de rótulo para trabalhos de verificação e ajuste de quadro de vídeo.

Video Frame Adjustment

A seguir está um exemplo de um arquivo de configuração de categoria de rótulo que você pode 
usar para um trabalho de rotulagem de ajuste de quadro de vídeo.

Você deve incluir auditLabelAttributeName para especificar o nome do atributo da rótulo 
da tarefa de rotulagem anterior que você usa para criar a tarefa de rotulagem de verificação. 
Opcionalmente, você pode usar o parâmetro editsAllowed para especificar se rótulos, 
atributos de categoria e rótulo ou atributos de quadro podem ou não ser editados.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "editsAllowed":"none",  
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 

Criar um trabalho de rotulagem 1638



Amazon SageMaker Guia do Desenvolvedor

            "name":"select one", 
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "editsAllowed":"any",  
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
            "enum": ["foo", "buz", "buz2"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "editsAllowed":"any",  
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum": ["y1", "y2"], 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                    "editsAllowed":"none" 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "editsAllowed":"none",  
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            "categoryAttributes": [...] 
        } 
    ], 
    "annotationType":"Keypoint", 
    "instructions": {"shortInstruction":"add example short instructions here", 
 "fullInstruction":"<html markup>"}, 
    // include auditLabelAttributeName for label adjustment jobs 
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}

Video Frame Verification

Veja a seguir um exemplo de um arquivo de configuração de categoria de rótulo para um trabalho 
de rotulagem de quadros de vídeo.

Você deve incluir auditLabelAttributeName para especificar o nome do atributo da rótulo da 
tarefa de rotulagem anterior que você usa para criar a tarefa de rotulagem de verificação. Além 
disso, você deve usar o parâmetro editsAllowed para especificar que nenhum rótulo pode ser 
editado.

{ 
    "documentVersion": "2020-03-01", 
    "frameAttributes": [ 
        { 
            "name":"count players", 
            "editsAllowed":"none",  
            "description":"How many players to you see in the scene?", 
            "type":"number" 
        }, 
        { 
            "name":"select one", 
            "editsAllowed":"any",  
            "description":"describe the scene", 
            "type":"string", 
            "enum":["clear","blurry"] 
        },    
    ], 
    "categoryGlobalAttributes": [ 
        { 
            "name":"W", 
            "editsAllowed":"none",  
            "description":"label-attributes-for-all-labels", 
            "type":"string", 
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            "enum": ["foo", "buz", "buz2"] 
        } 
    ], 
    "labels": [ 
        { 
            "label": "Car", 
            "editsAllowed":"none",  
            "categoryAttributes": [ 
                { 
                    "name":"X", 
                    "description":"enter a number", 
                    "type":"number", 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Y", 
                    "description":"select an option", 
                    "type":"string", 
                    "enum": ["y1", "y2"], 
                    "editsAllowed":"any" 
                }, 
                { 
                    "name":"Z", 
                    "description":"submit a free-form response", 
                    "type":"string", 
                    "editsAllowed":"none" 
                } 
            ] 
        }, 
        { 
            "label": "Pedestrian", 
            "editsAllowed":"none",  
            "categoryAttributes": [...] 
        } 
    ], 
    "annotationType":"Keypoint", 
    "instructions": {"shortInstruction":"add example short instructions here", 
 "fullInstruction":"<html markup>"}, 
    // include auditLabelAttributeName for label adjustment jobs 
    "auditLabelAttributeName": "myPrevJobLabelAttributeName"
}
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Criar instruções do operador

Crie instruções personalizadas para rotular trabalhos para melhorar a precisão do seu trabalhador 
ao concluir sua tarefa. As instruções ficam acessíveis quando os operadores selecionam a opção de 
menu Instruções na interface do usuário do operador. As instruções curtas devem ter menos de 255 
caracteres e a instrução longa deve ter menos de 2.048 caracteres.

Existem dois tipos de instruções:

• Instruções curtas – essas instruções são mostradas aos operadores quando eles selecionam
Instruções no menu da interface do usuário do operador. Elas devem fornecer uma referência fácil 
para mostrar ao operador a maneira correta de rotular um objeto.

• Instruções completas – essas instruções são mostradas quando os operadores selecionam
Mais instruções nas instruções da janela pop-up. Recomendamos que você forneça instruções 
detalhadas para concluir a tarefa com vários exemplos mostrando casos extremos e outras 
situações difíceis para rotular objetos.

Para trabalhos de rotulagem de nuvem de pontos 3D e quadro de vídeo, é possível adicionar 
instruções do operador ao arquivo de configuração da categoria de rótulo. Você pode usar uma 
única string para criar instruções ou pode adicionar uma marca HTML para personalizar a aparência 
das instruções e adicionar imagens. Verifique se todas as imagens incluídas nas instruções estão 
disponíveis publicamente ou se as instruções estão no Amazon S3, e se os operadores têm acesso 
de leitura para que possam visualizá-las.

Usar dados de entrada e saída

Os dados de entrada que você fornece ao Amazon SageMaker Ground Truth são enviados aos 
seus operadores para rotulagem. Você escolhe os dados a serem enviados aos seus trabalhadores 
criando um único arquivo de manifesto que define todos os dados que exigem rotulagem ou 
enviando objetos de dados de entrada para um trabalho contínuo de rotulagem de streaming para 
serem rotulados em tempo real.

Os dados de saída são o resultado do seu trabalho de rotulagem. O arquivo de dados de saída, ou
arquivo de manifesto aumentado, contém dados de rótulo para cada objeto que você envia para o 
trabalho de rotulagem e metadados sobre o rótulo atribuído aos objetos de dados.

Ao usar classificação de imagens (com um e vários rótulos), classificação de texto (com um e vários 
rótulos), detecção de objetos e segmentação semântica incorporados em tipos de tarefas para 
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criar um trabalho de rotulagem, você pode usar o arquivo de manifesto aumentado resultante para 
iniciar um trabalho de treinamento do SageMaker. Para obter uma demonstração de como usar um 
manifesto aumentado para treinar um modelo de machine learning de detecção de objetos com o 
Amazon SageMaker, consulte object_detection_augmented_manifest_training.ipynb. Para obter mais 
informações, consulte Fornecer metadados de conjunto de dados para trabalhos de treinamento com 
um arquivo de Manifesto aumentado.

Tópicos

• Dados de entrada

• Dados de entrada da nuvem de pontos 3D

• Dados de entrada do quadro de vídeo

• Dados de saída

Dados de entrada

Os dados de entrada são os objetos de dados que você envia para sua força de trabalho para serem 
rotulados. Há duas maneiras de enviar objetos de dados para a Ground Truth para rotulagem:

• Envie uma lista de objetos de dados que exigem rotulagem usando um arquivo de manifesto de 
entrada.

• Envie objetos de dados individuais em tempo real para uma tarefa de rotulagem de streaming em 
execução permanente.

Se você tiver um conjunto de dados que precisa ser rotulado uma vez e não precisar de um trabalho 
de rotulagem contínuo, crie um trabalho de rotulagem padrão usando um arquivo de manifesto de 
entrada.

Se você quiser enviar regularmente novos objetos de dados para sua tarefa de etiquetagem depois 
de iniciada, crie uma tarefa de rotulagem de streaming. Ao criar um trabalho de rotulagem de 
streaming, você pode, opcionalmente, usar um arquivo de manifesto de entrada para especificar um 
grupo de dados que você deseja rotular imediatamente quando o trabalho for iniciado. Você pode 
enviar continuamente novos objetos de dados para uma tarefa de rotulagem de streaming, desde 
que ela esteja ativa.
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Note

As trabalhos de rotulagem de streaming só são suportadas pela API do SageMaker. Você 
não pode criar um trabalho de rotulagem de streaming usando o console do SageMaker.

Os seguintes tipos de tarefas têm requisitos e opções especiais de dados de entrada:

• Para obter os requisitos de dados de entrada do trabalho de rotulagem de nuvem de pontos 3D, 
consulte Dados de entrada da nuvem de pontos 3D.

• Para obter os requisitos de dados de entrada do trabalho de rotulagem de quadros de vídeo, 
consulte Dados de entrada do quadro de vídeo.

Tópicos

• Use um arquivo de manifesto de entrada

• Configuração automatizada de dados

• Formatos de dados suportados

• Trabalhos de etiquetagem em Ground Truth Streaming

• Cotas de dados de entrada

• Filtrar e selecionar dados para rotulagem

Use um arquivo de manifesto de entrada

Cada linha em um arquivo de manifesto de entrada é uma entrada contendo um objeto, ou uma 
referência a um objeto, para rotular. Uma entrada também pode conter rótulos de trabalhos 
anteriores e, para alguns tipos de trabalhos, informações adicionais.

Os dados de entrada e o arquivo de manifesto devem ser armazenados no Amazon Simple Storage 
Service (Amazon S3). Cada um tem requisitos específicos de armazenamento e acesso, conforme 
indicado a seguir:

• O bucket do Amazon S3 que contém os dados de entrada deve estar na mesma região da AWS 
em que você está executando o Amazon SageMaker Ground Truth. Você deve conceder ao 
Amazon SageMaker acesso aos dados armazenados no bucket do Amazon S3 para que ele possa 
lê-los. Para obter mais informações sobre buckets do Amazon S3, consulte Como trabalhar com 
buckets do Amazon S3.
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• O arquivo de manifesto deve estar na mesma região da AWS que os arquivos de dados, mas 
não precisa estar no mesmo local que os arquivos de dados. Ele pode ser armazenado em 
qualquer bucket do Amazon S3 que seja acessível à função do (IAM) AWS Identity and Access 
Management que você atribuiu ao Ground Truth quando criou o trabalho de rotulagem.

Note

Os tipos de tarefas de nuvem de pontos 3D e quadro de vídeo têm requisitos e atributos de 
manifesto de entrada diferentes.
Para tipos de tarefas de nuvem de pontos 3D, consulte Criar um arquivo manifesto de 
entrada para um trabalho de rotulagem de nuvem de pontos 3D.
Para tipos de tarefas de quadro de vídeo, consulte Criar um arquivo manifesto de entrada de 
quadros de vídeo.

O manifesto é um arquivo codificado em UTF-8 em que cada linha é um objeto JSON completo e 
válido. Cada linha é delimitada por uma quebra de linha padrão, \n ou \r\n. Como cada linha deve 
ser um objeto JSON válido, não é possível ter caracteres de quebra de linha sem escape. Para obter 
mais informações sobre o formato de dados, consulte Linhas JSON.

Cada objeto JSON no arquivo de manifesto não pode ter mais de 100.000 caracteres. Nenhum 
atributo único dentro de um objeto pode ter mais de 20.000 caracteres. Os nomes de atributo não 
podem começar com $ (cifrão).

Cada objeto JSON no arquivo manifesto deve conter uma das seguintes chaves: source-ref ou
source. O valor das chaves é interpretado da seguinte forma:

• source-ref – a origem do objeto é o objeto do Amazon S3 especificado no valor. Use esse valor 
quando o objeto for um objeto binário, como uma imagem.

• source – a origem do objeto é o valor. Use esse valor quando o objeto for um valor de texto.

Veja a seguir um exemplo de arquivo de manifesto para arquivos armazenados em um bucket do 
Amazon S3:

{"source-ref": "S3 bucket location 1"}
{"source-ref": "S3 bucket location 2"} 
   ...
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{"source-ref": "S3 bucket location n"} 

Use a chave source-ref para arquivos de imagem para caixa delimitadora, classificação de 
imagem (rótulo único e múltiplo) e segmentação de semântica e videoclipes para trabalhos 
de rotulagem de classificação de vídeo. Os trabalhos de rotulagem de nuvem de pontos 3D e 
quadros de vídeo também usam a source-ref chave, mas esses trabalhos de rotulagem exigem 
informações adicionais no arquivo manifesto de entrada. Para obter mais informações, consulte
Dados de entrada da nuvem de pontos 3D e Dados de entrada do quadro de vídeo.

Veja a seguir um exemplo de arquivo manifesto com os dados de entrada armazenados no 
manifesto:

{"source": "Lorem ipsum dolor sit amet"}
{"source": "consectetur adipiscing elit"} 
   ...
{"source": "mollit anim id est laborum"} 

Use a chave source para trabalhos de rotulagem de classificação de texto de rótulo único e múltiplo 
e reconhecimento de entidades nomeadas.

Você pode incluir outros pares de chave/valor no arquivo manifesto. Esses pares são transmitidos 
inalterados ao arquivo de saída. Isso é útil quando você deseja transmitir informações entre seus 
aplicativos. Para obter mais informações, consulte Dados de saída.

Configuração automatizada de dados

Você pode usar a configuração automatizada de dados para criar arquivos de manifesto para seus 
trabalhos de etiquetagem no console Ground Truth usando imagens, vídeos, quadros de vídeo, 
arquivos de texto (.txt) e arquivos de valores separados por vírgula (.csv) armazenados no Amazon 
S3. Ao usar a configuração automatizada de dados, você especifica um local do Amazon S3 onde 
seus dados de entrada são armazenados e o tipo de dados de entrada, e o Ground Truth procura os 
arquivos que correspondem a esse tipo no local especificado.

Note

O Ground Truth não usa uma AWS KMS chave para acessar seus dados de entrada ou 
gravar o arquivo manifesto de entrada no local do Amazon S3 que você especificar. O 
usuário ou a função que cria o trabalho de rotulagem deve ter permissões para acessar seus 
objetos de dados de entrada no Amazon S3.
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Antes de usar o procedimento a seguir, certifique-se de que suas imagens ou seu arquivos de 
entrada estejam formatados corretamente:

• Arquivos de imagem – os arquivos de imagem devem estar em conformidade com os limites 
de tamanho e resolução listados nas tabelas encontradas em Cota de tamanho de arquivo de 
entrada.

• Arquivos de texto – os dados de texto podem ser armazenados em um ou mais arquivos .txt. Cada 
item que você quiser que seja rotulado deverá ser separado por uma quebra de linha padrão.

• Arquivos CSV – os dados de texto podem ser armazenados em um ou mais arquivos .csv. Cada 
item que você quiser que seja rotulado deverá estar em uma linha separada.

• Vídeos — Os arquivos de vídeo podem ter qualquer um dos seguintes formatos: .mp4, .ogg 
e .webm. Se você quiser extrair quadros de vídeo de seus arquivos de vídeo para detecção ou 
rastreamento de objetos, consulte Fornecer arquivos de vídeo.

• Quadros de vídeo — quadros de vídeo são imagens extraídas de um vídeo. Todas as imagens 
extraídas de um único vídeo são chamadas de sequência de quadros de vídeo. Cada sequência 
de quadros de vídeo deve ter chaves de prefixo exclusivas no Amazon S3. Consulte Fornecer 
quadros de vídeo. Para esse tipo de dados, consulte Configuração automatizada de dados de 
entrada do quadro de vídeo

Important

Para trabalhos de detecção de objetos de quadro de vídeo e rotulagem de rastreamento de 
objetos de quadro de vídeo, consulte Configuração automatizada de dados de entrada do 
quadro de vídeo para saber como usar a configuração automatizada de dados.

Use essas instruções para configurar automaticamente a conexão do conjunto de dados de entrada 
com o Ground Truth.

Conecte automaticamente os dados no Amazon S3 com o Ground Truth

1. Navegue até a página Criar trabalho de rotulagem no console do Amazon SageMaker em https://
console.aws.amazon.com/sagemaker/.

Esse link o coloca na região da Virgínia do Norte AWS (us-east-1). Se os dados de entrada 
estiverem em um bucket do Amazon S3 em outra região, alterne para essa região. Para alterar 
sua região da AWS, na barra de navegação, escolha o nome da região exibida atualmente.
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2. Selecione Criar trabalho de rotulagem.

3. Insira um Nome de trabalho.

4. Na seção Configuração de dados de entrada, selecione Configuração automatizada de dados.

5. Insira um URI do Amazon S3 para a localização do S3 para conjuntos de dados de entrada.

6. Especifique sua localização no S3 para conjuntos de dados de saída. Este é o local onde seus 
dados de saída estão armazenados.

7. Escolha seu Tipo de dados usando a lista suspensa.

8. Use o menu suspenso em Função do IAM para selecionar um perfil de execução. Se você 
selecionar Criar um novo perfil, especifique os buckets do Amazon S3 que você deseja conceder 
permissão para acessar essa função. Esse perfil deve ter permissão para acessar os buckets do 
S3 que você especificou nas etapas 5 e 6.

9. Selecione Configuração completa de dados.

O GIF a seguir demonstra como usar a configuração automatizada de dados para dados de imagem. 
Este exemplo criará um arquivo, dataset-YYMMDDTHHMMSS.manifest no bucket example-
groundtruth-images do Amazon S3, onde YYMMDDTHHmmSS indica o ano (YY), mês (MM), dia (DD) 
e tempo em horas (HH), minutos (mm) e segundos (ss) em que o arquivo manifesto de entrada foi 
criado.

Formatos de dados suportados

Quando você cria manualmente um arquivo manifesto de entrada para um Tipos de tarefa 
integrados, seus dados de entrada devem estar em um dos seguintes formatos de arquivo de 
suporte para o respectivo tipo de dados de entrada. Para saber mais sobre a configuração 
automatizada de dados, consulte Configuração automatizada de dados.

Tip

Quando você usa a configuração automatizada de dados, formatos de dados adicionais 
podem ser usados para gerar um arquivo de manifesto de entrada para tipos de tarefas 
baseadas em texto e quadro de vídeo.
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Tipos de tarefa Tipos de dados de 
entrada

Formatos de suporte Exemplo de linha de 
manifesto de entrada

Caixa delimitad 
ora, segmentação 
semântica, classific 
ação de imagens 
(etiqueta única e 
etiqueta múltipla), 
verificação e ajuste de 
etiquetas

Imagem .jpg, .jpeg, .png {"source-ref": 
 "s3://DOC-
EXAMPLE-BUCKET 
1 /example- 
image.png "}

Reconhecimento de 
entidade nomeada, 
classificação de 
texto (rótulo único e 
múltiplo)

Texto Texto bruto {"source": 
 "Lorem ipsum 
 dolor sit amet"}

Classificação de 
vídeo

Videoclipes .mp4, .ogg e .webm {"source-ref": 
 "s3:///example-
video.mp4 "}

Detecção de objetos 
de quadro de vídeo, 
rastreamento de 
objetos de quadro 
de vídeo (caixas 
delimitadoras, linhas 
poligonais, polígonos 
ou ponto-chave)

Quadros de vídeo 
e arquivos de 
sequência de quadros 
de vídeo (para 
rastreamento de 
objetos)

Quadros de 
vídeo: .jpg, .jpeg, .png

Arquivos de 
sequência: .json

Consulte Criar um 
arquivo manifesto de 
entrada de quadros 
de vídeo.

Segmentação 
semântica de nuvem 
de pontos 3D, 
detecção de objetos 
de nuvem de pontos 
3D, rastreamento de 

Nuvens de pontos 
e arquivos de 
sequência de nuvens 
de pontos (para 
rastreamento de 
objetos)

Nuvens de pontos: 
formato de pacote 
binário e ASCII. Para 
mais informações, 
consulte Formatos 

Consulte Criar um 
arquivo manifesto 
de entrada para um 
trabalho de rotulagem 
de nuvem de pontos 
3D.
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Tipos de tarefa Tipos de dados de 
entrada

Formatos de suporte Exemplo de linha de 
manifesto de entrada

objetos de nuvem de 
pontos 3D

aceitos de dados 3D 
brutos.

Arquivos de 
sequência: .json

Trabalhos de etiquetagem em Ground Truth Streaming

Se você quiser enviar permanentemente novos objetos de dados para o Amazon SageMaker Ground 
Truth para serem rotulados, use uma tarefa de rotulagem de streaming. Os trabalhos de etiquetagem 
de streaming permitem que você:

• Envie novos objetos do conjunto de dados aos trabalhadores em tempo real usando um trabalho 
de rotulagem em execução permanente. Os trabalhadores recebem continuamente novos objetos 
de dados para rotular, desde que a tarefa de rotulagem esteja ativa e novos objetos estejam sendo 
enviados a ela.

• Obtenha visibilidade do número de objetos que foram colocados na fila e aguardam para serem 
rotulados. Use essas informações para controlar o fluxo de objetos de dados enviados para sua 
tarefa de etiquetagem.

• Receba dados de etiquetas para objetos de dados individuais em tempo real à medida que os 
trabalhadores terminarem de rotulá-los.

As trabalhos de etiquetagem de streaming da Ground Truth permanecem ativas até serem 
interrompidas manualmente ou ficarem ociosas por mais de 10 dias. Você pode enviar 
intermitentemente novos objetos de dados aos trabalhadores enquanto a tarefa de rotulagem está 
ativa.

Se você for um novo usuário dos trabalhos de rotulagem de streaming da Ground Truth, é 
recomendável que você analise Como funcionam.

Use Criar um trabalho de rotulagem de streaming para aprender a criar um trabalho de rotulagem de 
streaming.
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Note

As trabalhos de rotulagem de streaming da Ground Truth são suportadas somente pela API 
do SageMaker.

Tópicos

• Como funcionam

• Enviar dados para um Trabalho de rotulagem de streaming

• Gerencie solicitações de rotulagem com uma fila do Amazon SQS

• Receba dados de saída de um Trabalho de rotulagem de streaming

• Tratamento de mensagens duplicadas

Como funcionam

Quando você cria uma tarefa de rotulagem de streaming do Ground Truth, a tarefa permanece 
ativa até ser interrompida manualmente, permanece ociosa por mais de 10 dias ou não consegue 
acessar as fontes de dados de entrada. Você pode enviar intermitentemente novos objetos de dados 
aos trabalhadores enquanto eles estão ativos. Um trabalhador pode continuar recebendo novos 
objetos de dados em tempo real, desde que o número total de tarefas atualmente disponíveis para 
o trabalhador seja menor que o valor em MaxConcurrentTaskCount. Caso contrário, o objeto 
de dados é enviado para uma fila que a Ground Truth cria em seu nome no Amazon Simple Queue 
Service (Amazon SQS) para processamento posterior. Essas tarefas são enviadas aos trabalhadores 
assim que o número total de tarefas atualmente disponíveis para um trabalhador ficar abaixo de
MaxConcurrentTaskCount. Se um objeto de dados não for enviado a um trabalhador após 14 
dias, ele expirará. Você pode visualizar o número de tarefas pendentes na fila e ajustar o número 
de objetos enviados para o trabalho de etiquetagem. Por exemplo, você pode diminuir a velocidade 
com que envia objetos para a tarefa de etiquetagem se a lista de pendências de objetos pendentes 
ultrapassar um limite.

Enviar dados para um Trabalho de rotulagem de streaming

Opcionalmente, você pode enviar dados de entrada para um trabalho de rotulagem de streaming 
uma vez ao criar o trabalho de rotulagem usando um arquivo de manifesto de entrada. Depois que o 
trabalho de rotulagem for iniciado e o estado for InProgress, você poderá enviar novos objetos de 
dados para seu trabalho de rotulagem em tempo real usando o tópico de entrada do Amazon SNS e 
as notificações de eventos do Amazon S3.
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Envie objetos de dados ao iniciar o Trabalhos de rotulagem (uma vez):

• Use um arquivo manifesto de entrada — Opcionalmente, você pode especificar um arquivo 
manifesto de entrada ManifestS3Uri no URI do Amazon S3 ao criar o trabalho de rotulagem de 
streaming. O Ground Truth envia cada objeto de dados no arquivo de manifesto aos trabalhadores 
para rotulagem assim que o trabalho de rotulagem é iniciado. Para saber mais, consulte Criar um 
arquivo de manifesto (opcional).

Depois de enviar uma solicitação para criar o trabalho de rotulagem de streaming, seu status será
Initializing. Quando a tarefa de rotulagem está ativa, o estado muda para InProgress e 
você pode começar a usar as opções em tempo real para enviar objetos de dados adicionais para 
rotulagem.

Envie objetos de dados em tempo real:

• Envie objetos de dados usando mensagens do Amazon SNS — Você pode enviar novos objetos 
de dados à Ground Truth para rotular enviando uma mensagem do Amazon SNS. Você enviará 
essa mensagem para um tópico de entrada do Amazon SNS que você cria e especifica ao criar 
seu trabalho de rotulagem de streaming. Para obter mais informações, consulte Enviar objetos de 
dados usando o Amazon SNS.

• Envie objetos de dados colocando-os em um bucket do Amazon S3 — Cada vez que você 
adiciona um novo objeto de dados a um bucket do Amazon S3, você pode solicitar que a Ground 
Truth processe esse objeto para rotulagem. Para fazer isso, você adiciona uma notificação de 
evento ao bucket para que ele notifique seu tópico de entrada do Amazon SNS sempre que um 
novo objeto for adicionado (ou criado nele) a esse bucket. Para obter mais informações, consulte
Enviar objetos de dados usando o Amazon S3. Essa opção não está disponível para trabalhos 
de rotulagem com base em texto, como classificação de texto e reconhecimento de entidade 
nomeada.

Important

Se você usar a configuração do Amazon S3, não use a mesma localização do Amazon 
S3 para sua configuração de dados de entrada e seus dados de saída. Você especifica o 
prefixo S3 para seus dados de saída ao criar um trabalho de etiquetagem.
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Enviar objetos de dados usando o Amazon SNS

Você pode enviar objetos de dados para o seu trabalho de rotulagem de streaming usando o 
Amazon Simple Notification Service (Amazon SNS). O Amazon SNS é um serviço Web que 
coordena e gerencia a entrega de mensagens de e para endpoints (por exemplo, um endereço de 
e-mail ou AWS Lambda função). Um tópico do Amazon SNS atua como um canal de comunicação 
entre dois ou mais endpoints. Você usa o Amazon SNS para enviar ou publicar novos objetos 
de dados para o tópico especificado no parâmetro CreateLabelingJob SnsTopicArn em
InputConfig. O formato dessas mensagens é o mesmo de uma única linha de um arquivo 
manifesto de entrada.

Por exemplo, você pode enviar um trecho de texto para um trabalho ativo de rotulagem de 
classificação de texto publicando-o em seu tópico de entrada. A mensagem que você publica pode 
ser semelhante ao seguinte:

{"source": "Lorem ipsum dolor sit amet"}

Para enviar um novo objeto de imagem para um trabalho de rotulagem de classificação de imagens, 
sua mensagem pode ser semelhante à seguinte:

{"source-ref": "s3://awsexamplebucket/example-image.jpg"}

Note

Você também pode incluir IDs de eliminação de duplicação e chaves de eliminação de 
duplicação personalizadas em suas mensagens do Amazon SNS. Para saber mais, consulte 
Tratamento de mensagens duplicadas.

Quando a Ground Truth cria seu trabalho de rotulagem de streaming, ela se inscreve no tópico de 
entrada do Amazon SNS.

Enviar objetos de dados usando o Amazon S3

Você pode enviar um ou mais novos objetos de dados para um trabalho de rotulagem de streaming 
colocando-os em um bucket do Amazon S3 configurado com uma notificação de evento do Amazon 
SNS. Você pode configurar um evento para notificar seu tópico de entrada do Amazon SNS sempre 
que um novo objeto for criado em seu bucket. Você deve especificar esse mesmo tópico de entrada 
do Amazon SNS no parâmetro CreateLabelingJob SnsTopicArn em InputConfig.
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Sempre que você configurar um bucket do Amazon S3 para enviar notificações para o Amazon SNS, 
o Ground Truth publicará um evento "s3:TestEvent" de teste, para garantir que o tópico exista 
e que o proprietário do bucket do Amazon S3 especificado tenha permissão para publicar no tópico 
especificado. É recomendável que você configure sua conexão do Amazon S3 com o Amazon SNS 
antes de iniciar um trabalho de etiquetagem de streaming. Caso contrário, esse evento de teste pode 
ser registrado como um objeto de dados e enviado à Ground Truth para rotulagem.

Important

Se você usar a configuração do Amazon S3, não use a mesma localização do Amazon S3 
para sua configuração de dados de entrada e seus dados de saída. Você especifica o prefixo 
S3 para seus dados de saída ao criar um trabalho de etiquetagem.
Para trabalhos de etiquetagem com base em imagens, a Ground Truth exige que todos os 
buckets do S3 tenham uma política CORS anexada. Para saber mais, consulte Requisitos de 
permissão do CORS.

Depois de configurar seu bucket do Amazon S3 e criar seu trabalho de etiquetagem, você pode 
adicionar objetos ao seu bucket e o Ground Truth enviará esse objeto aos trabalhadores ou o 
colocará na fila do Amazon SQS.

Para saber mais, consulte Configuração de notificações de eventos do Amazon S3 Bucket.

Important

Essa opção não está disponível para trabalhos de rotulagem com base em texto, como 
classificação de texto e reconhecimento de entidade nomeada.

Gerencie solicitações de rotulagem com uma fila do Amazon SQS

Quando a Ground Truth cria sua tarefa de rotulagem de streaming, ela cria uma fila do 
Amazon SQS na conta AWS usada para criar a tarefa de rotulagem. O nome da fila é
GroundTruth-labeling_job_name onde labeling_job_name está o nome do seu trabalho de 
rotulagem, em letras minúsculas. Quando você envia objetos de dados para sua tarefa de rotulagem, 
a Ground Truth envia os objetos de dados diretamente aos trabalhadores ou coloca a tarefa em sua 
fila para ser processada posteriormente. Se um objeto de dados não for enviado a um trabalhador 
após 14 dias, ele expirará e será removido da fila. Você pode configurar um alarme no Amazon SQS 

Usar dados de entrada e saída 1654



Amazon SageMaker Guia do Desenvolvedor

para detectar quando os objetos expiram e usar esse mecanismo para controlar o volume de objetos 
que você envia para seu trabalho de etiquetagem.

Important

Modificar, excluir ou enviar objetos diretamente para a fila do Amazon SQS associada ao seu 
trabalho de rotulagem de streaming pode causar falhas no trabalho.

Receba dados de saída de um Trabalho de rotulagem de streaming

Seu bucket de saída do Amazon S3 é atualizado periodicamente com novos dados de saída do seu 
trabalho de etiquetagem de streaming.

Como opção, você pode especificar um tópico de saída do Amazon SNS. Sempre que um 
trabalhador envia um objeto rotulado, uma notificação com os dados de saída é enviada para esse 
tópico. Você pode inscrever um endpoint no tópico de saída do SNS para receber notificações 
ou acionar eventos ao receber dados de saída de uma tarefa de rotulagem. Use um tópico de 
saída do Amazon SNS se quiser fazer o encadeamento em tempo real com outro trabalho de 
streaming e receber notificações do Amazon SNS sempre que um objeto de dados for enviado por 
um trabalhador.

Para saber mais, consulte Inscreva um endpoint no tópico de saída do Amazon SNS.

Tratamento de mensagens duplicadas

Para objetos de dados enviados em tempo real, o Ground Truth garante idempotência ao garantir 
que cada objeto exclusivo seja enviado para rotulagem apenas uma vez, mesmo que a mensagem 
de entrada referente a esse objeto seja recebida várias vezes (mensagens duplicadas). Para fazer 
isso, cada objeto de dados enviado para uma tarefa de rotulagem de streaming recebe uma ID de 
eliminação de duplicação, que é identificada com uma chave de eliminação de duplicação.

Se você enviar suas solicitações para rotular objetos de dados diretamente por meio do tópico de 
entrada do Amazon SNS usando mensagens do Amazon SNS, você pode, opcionalmente, escolher 
uma chave de eliminação de duplicação personalizada e IDs de eliminação de duplicação para 
seus objetos. Para obter mais informações, consulte Especifique uma chave e ID de eliminação de 
duplicação em uma mensagem do Amazon SNS.
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Se você não fornecer sua própria chave de eliminação de duplicação ou se usar a configuração do 
Amazon S3 para enviar objetos de dados para seu trabalho de rotulagem, a Ground Truth usará um 
dos seguintes como ID de eliminação de duplicação:

• Para mensagens enviadas diretamente para seu tópico de entrada do Amazon SNS, o Ground 
Truth usa o ID da mensagem do SNS.

• Para mensagens provenientes de uma configuração do Amazon S3, o Ground Truth cria um 
ID de eliminação de duplicação combinando o URI do Amazon S3 do objeto com o token do 
sequenciador na mensagem.

Especifique uma chave e ID de eliminação de duplicação em uma mensagem do Amazon SNS

Ao enviar um objeto de dados para sua tarefa de rotulagem de streaming usando uma mensagem 
do Amazon SNS, você tem a opção de especificar sua chave de eliminação de duplicação e ID de 
eliminação de duplicação de uma das seguintes formas. Em todos esses cenários, identifique sua 
chave de eliminação de duplicação com dataset-objectid-attribute-name.

Traga sua própria chave de eliminação de duplicação e ID

Crie sua própria chave de eliminação de duplicação e ID de eliminação de duplicação configurando 
sua mensagem do Amazon SNS da seguinte forma. Substitua byo-key por sua chave e UniqueId
pela ID de eliminação de duplicação desse objeto de dados.

{ 
    "source-ref":"s3://bucket/prefix/object1",  
    "dataset-objectid-attribute-name":"byo-key", 
    "byo-key":"UniqueId"  
}

Sua chave de eliminação de duplicação pode incluir até 140 caracteres. Os padrões compatíveis 
incluem: "^[$a-zA-Z0-9](-*[a-zA-Z0-9])*".

Sua ID de eliminação de duplicação pode incluir até 1.024 caracteres. Os padrões compatíveis 
incluem: ^(https|s3)://([^/]+)/?(.*)$.

Use uma chave existente para sua chave de eliminação de duplicação

Você pode usar uma chave existente em sua mensagem como chave de eliminação de duplicação. 
Quando você faz isso, o valor associado a essa chave é usado para a ID de eliminação de 
duplicação.
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Por exemplo, você pode especificar o uso da source-ref chave como chave de eliminação de 
duplicação formatando sua mensagem da seguinte forma:

{ 
    "source-ref":"s3://bucket/prefix/object1", 
    "dataset-objectid-attribute-name":"source-ref"  
}

Neste exemplo, Ground Truth usa "s3://bucket/prefix/object1" para o ID de eliminação de 
duplicação.

Encontre a chave de eliminação de duplicação e o ID em seus dados de saída

Você pode ver a chave de eliminação de duplicação e o ID nos dados de saída. A chave de 
eliminação de duplicação é identificada por dataset-objectid-attribute-name.

Quando você usa sua própria chave de eliminação de duplicação personalizada, sua saída contém 
algo semelhante ao seguinte:

"dataset-objectid-attribute-name": "byo-key",
"byo-key": "UniqueId",

Quando você não especifica uma chave, você pode encontrar a ID de eliminação de duplicação 
que a Ground Truth atribuiu ao seu objeto de dados da seguinte forma. O parâmetro $label-
attribute-name-object-id identifica sua ID de eliminação de duplicação.

{ 
    "source-ref":"s3://bucket/prefix/object1",  
    "dataset-objectid-attribute-name":"$label-attribute-name-object-id" 
    "label-attribute-name" :0, 
    "label-attribute-name-metadata": {...}, 
    "$label-attribute-name-object-id":"<service-generated-key>"
}

Para <service-generated-key>, se o objeto de dados veio por meio de uma configuração do 
Amazon S3, o Ground Truth adiciona um valor exclusivo usado pelo serviço e emite um novo campo 
digitado pelo $sequencer qual mostra o sequenciador Amazon S3 usado. Se o objeto foi enviado 
diretamente para o SNS, o Ground Truth usa o ID da mensagem do SNS.
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Note

Não use o caractere $ no nome de atributo do rótulo.

Cotas de dados de entrada

Os conjuntos de dados de entrada usados em trabalhos de rotulagem de segmentação semântica 
têm uma cota de 20.000 itens. Para todos os outros tipos de trabalho de rotulagem, a cota de 
tamanho do conjunto de dados é de 100.000 itens. Para solicitar um aumento da cota para trabalhos 
de rotulagem que não sejam trabalhos de segmentação de semântica, examine os procedimentos 
em Cotas de serviço da AWS para solicitar um aumento de cota.

Os dados da imagem de entrada para trabalhos de rotulagem de aprendizagem ativos e não ativos 
não devem exceder as cotas de tamanho e de resolução. Aprendizagem ativa refere-se ao trabalho 
de rotulagem que usa a Rotulagem de dados automatizada. Aprendizagem não ativa refere-se a 
trabalhos de rotulagem que não usam a rotulagem de dados automatizada.

Cotas adicionais se aplicam a categorias de rótulos para todos os tipos de tarefas e para dados de 
entrada e atributos de categoria de rotulagem para tipos de tarefas de nuvem de pontos 3D e quadro 
de vídeo.

Cota de tamanho de arquivo de entrada

Os arquivos de entrada não podem exceder as cotas de tamanho a seguir para trabalhos de 
rotulagem de aprendizagem ativa e não ativa. Não há cota de tamanho de arquivo de entrada para 
vídeos usados em trabalhos de rotulagem de classificação de vídeo.

Rotulando o tipo de tarefa de trabalho Cota de tamanho de arquivo de entrada

Classificação de imagens 40 MB

Caixa delimitadora (Detecção de objetos) 40 MB

Segmentação semântica 40 MB

Ajuste do rótulo de Caixa delimitadora 
(Detecção de objetos)

40 MB

Ajuste do rótulo de segmentação semântica 40 MB
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Rotulando o tipo de tarefa de trabalho Cota de tamanho de arquivo de entrada

Verificação do rótulo de Caixa delimitadora 
(Detecção de objetos)

40 MB

Verificação do rótulo de segmentação 
semântica

40 MB

Cotas de resolução de imagem de entrada

A resolução do arquivo de imagem refere-se ao número de pixels em uma imagem e determina 
a quantidade de detalhes que uma imagem contém. As cotas de resolução de imagem diferem 
dependendo do tipo de trabalho de rotulagem e do algoritmo integrado do SageMaker usado. A 
tabela a seguir lista as cotas de resolução para imagens usadas em trabalhos de rotulagem de 
aprendizagem ativa e não ativa

Rotulando o tipo de tarefa de 
trabalho

Cota de resolução - aprendiza 
gem não ativa

Cota de resolução - aprendiza 
gem ativa

Classificação de imagens 100 milhões de pixels 3840 x 2160 pixels (4 K)

Caixa delimitadora (Detecção 
de objetos)

100 milhões de pixels 3840 x 2160 pixels (4 K)

Segmentação semântica 100 milhões de pixels 1920 x 1080 pixels (1080 p)

Ajuste do rótulo de detecção 
de objeto

100 milhões de pixels 3840 x 2160 pixels (4 K)

Ajuste do rótulo de segmentaç 
ão semântica

100 milhões de pixels 1920 x 1080 pixels (1080 p)

Verificação do rótulo de 
detecção de objeto

100 milhões de pixels Não disponível

Verificação do rótulo de 
segmentação semântica

100 milhões de pixels Não disponível
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Cotas de categoria de etiqueta

Cada tipo de tarefa de rotulação tem uma cota para o número de categorias de etiquetas que você 
pode especificar. Os trabalhadores selecionam categorias de etiquetas para criar anotações. Por 
exemplo, você pode especificar as categorias de rótulos de carro, pedestre e motociclista ao criar 
um trabalho de rotulagem de caixa delimitadora e os trabalhadores selecionarão a categoria do carro
antes de desenhar caixas delimitadoras ao redor dos carros.

Important

Os nomes das categorias de etiquetas não podem exceder 256 caracteres.
Todas as categorias de rótulo devem ser exclusivas. Você não pode especificar categorias 
de etiquetas duplicadas.

Os seguintes limites de categoria de etiquetas se aplicam aos trabalhos de etiquetagem. As cotas 
para categorias de rótulos dependem de você usar a operação CreateLabelingJob de API 
SageMaker ou o console para criar um trabalho de rotulagem.

Rotulando o tipo de tarefa de 
trabalho

Cota de categoria de etiqueta 
- API

Cota de categoria de etiqueta 
- Console

Classificação de imagens 
(com vários rótulos)

50 50

Classificação de imagem 
(Rótulo único)

Ilimitado 30

Caixa delimitadora (Detecção 
de objetos)

50 50

Verificação dos rótulos Ilimitado 30

Segmentação semântica (com 
aprendizado ativo)

20 10

Segmentação semântica (sem 
aprendizado ativo)

Ilimitado 10
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Rotulando o tipo de tarefa de 
trabalho

Cota de categoria de etiqueta 
- API

Cota de categoria de etiqueta 
- Console

Reconhecimento de entidades 
nomeadas

Ilimitado 30

Classificação de texto (com 
vários rótulos)

50 50

Classificação de texto (Rótulo 
único)

Ilimitado 30

Classificação de vídeo 30 30

Detecção de objetos de 
quadro de vídeo

30 30

Rastreamento de objetos em 
quadros de

30 30

Detecção de objetos de 
nuvem de pontos 3D

30 30

Rastreamento de objetos de 
nuvem de pontos 3D

30 30

Segmentação de semântica 
da nuvem de pontos 3D

30 30

Nuvem de pontos 3D e cotas de trabalho para etiquetagem de quadros de vídeo

As cotas a seguir se aplicam aos dados de entrada do trabalho de rotulagem de quadros de vídeo e 
nuvem de pontos 3D.

Rotulando o tipo de tarefa de trabalho Cota de dados de entrada

Detecção de objetos de quadro de vídeo 2.000 quadros de vídeo (imagens) por 
sequência
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Rotulando o tipo de tarefa de trabalho Cota de dados de entrada

Detecção de objetos de quadro de vídeo 10 sequências de quadros de vídeo por arquivo 
de manifesto

Rastreamento de objetos em quadros de 2.000 quadros de vídeo (imagens) por 
sequência

Rastreamento de objetos em quadros de 10 sequências de quadros de vídeo por arquivo 
de manifesto

Detecção de objetos de nuvem de pontos 3D 100.000 quadros de nuvem de pontos por 
tarefa de etiquetagem

Rastreamento de objetos de nuvem de pontos 
3D

100.000 sequências de quadros de nuvem de 
pontos por tarefa de rotulagem

Rastreamento de objetos de nuvem de pontos 
3D

500 quadros da nuvem de pontos em cada 
arquivo de sequência

Ao criar um quadro de vídeo ou um trabalho de rotulagem de nuvem de pontos 3D, você pode 
adicionar um ou mais atributos de categoria de rótulo a cada categoria de rótulo que você especificar 
para que os trabalhadores forneçam mais informações sobre uma anotação.

Cada atributo de categoria de rótulo tem um único atributo name de categoria de rótulo e uma lista de 
uma ou mais opções (valores) para escolher. Para saber mais, consulte Interface do usuário (UI) do 
operador para trabalhos de rotulagem de nuvem de pontos 3D e trabalhos Interface do usuário (UI) 
do operador de rotulagem de quadros de vídeo.

As cotas a seguir se aplicam ao número de nomes e valores de atributos de categorias de etiquetas 
que você pode especificar para rotular trabalhos.

Rotulando o tipo de tarefa de 
trabalho

Cota de atributo de categoria 
de rótulo (nome)

Cota de valores de atributos 
da categoria do rótulo

Detecção de objetos de 
quadro de vídeo

10 10
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Rotulando o tipo de tarefa de 
trabalho

Cota de atributo de categoria 
de rótulo (nome)

Cota de valores de atributos 
da categoria do rótulo

Rastreamento de objetos em 
quadros de

10 10

Detecção de objetos de 
nuvem de pontos 3D

10 10

Rastreamento de objetos de 
nuvem de pontos 3D

10 10

Segmentação de semântica 
da nuvem de pontos 3D

10 10

Filtrar e selecionar dados para rotulagem

Você pode usar o Console do Amazon SageMaker para selecionar uma parte do seu conjunto de 
dados para rotulagem. Os dados devem ser armazenados em um bucket do Amazon S3. Você tem 
três opções:

• Usar o conjunto de dados completo.

• Escolher uma amostra selecionada aleatoriamente do conjunto de dados.

• Especificar um subconjunto do conjunto de dados usando uma consulta.

As opções a seguir estão disponíveis na seção Trabalhos de rotulagem do Console do SageMaker
após a seleção de Criar trabalho de rotulagem. Para saber como criar um trabalho de rotulagem 
no console, consulte Conceitos básicos. Para configurar o conjunto de dados que você usa para 
rotulagem, na seção Visão geral do trabalho, selecione Configuração adicional.

Usar o conjunto de dados completo

Ao escolher usar o Conjunto de dados completo, você deve fornecer um arquivo de manifesto para 
seus objetos de dados. Você pode fornecer o caminho do bucket do Amazon S3 que contém o 
arquivo de manifesto ou use o console do Console do SageMaker para criar o arquivo. Para saber 
como criar um arquivo manifesto usando o console, consulte Configuração automatizada de dados.

Usar dados de entrada e saída 1663

https://console.aws.amazon.com/sagemaker/groundtruth


Amazon SageMaker Guia do Desenvolvedor

Escolher uma amostra aleatória

Quando desejar rotular um subconjunto aleatório dos seus dados, selecione Random sample 
(Amostra aleatória). O conjunto de dados é armazenado no bucket do Amazon S3 especificado no 
campo Local de entrada do conjunto de dados.

Após especificar a porcentagem de objetos de dados que você deseja incluir na amostra, escolha
Criar subconjunto. O SageMaker escolhe aleatoriamente os objetos de dados para o seu trabalho de 
rotulagem. Depois que os objetos forem selecionados, escolha Use esse subconjunto.

O SageMaker cria um arquivo de manifesto para os objetos de dados selecionados. Ele também 
modifica o valor no campo Local de entrada do conjunto de dados para apontar para o novo arquivo 
manifesto.

Especificar um subconjunto

Você pode especificar um subconjunto dos seus objetos de dados usando uma consulta ao Amazon 
S3 SELECT nos nomes de arquivos de objetos.

A instrução SELECT da consulta SQL é definida para você. Você fornece a cláusula WHERE para 
especificar quais objetos de dados deve ser retornado.

Para obter mais informações sobre a instrução SELECT do Amazon S3, consulte Selecionar 
conteúdo de objetos.

Escolha Criar subconjunto para iniciar a seleção e, em seguida, escolha Use esse subconjunto para 
usar os dados selecionados.

O SageMaker cria um arquivo de manifesto para os objetos de dados selecionados. Ele também 
atualiza o valor no campo Local de entrada do conjunto de dados para apontar para o novo arquivo 
manifesto.

Dados de entrada da nuvem de pontos 3D

Para criar um trabalho de rotulagem de nuvem de pontos 3D, é necessário criar um arquivo 
manifesto de entrada. Use este tópico para aprender os requisitos de formatação do arquivo 
manifesto de entrada para cada tipo de tarefa. Para saber mais sobre os formatos de dados brutos 
de entrada do Ground Truth aceitos para trabalhos de rotulagem de nuvem de pontos 3D, consulte a 
seção Formatos aceitos de dados 3D brutos.
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Use o tipo de tarefa de trabalho de rotulagem para escolher um tópico sobre Criar um arquivo 
manifesto de entrada para um trabalho de rotulagem de nuvem de pontos 3D para saber mais sobre 
os requisitos de formatação para cada linha do arquivo manifesto de entrada.

Tópicos

• Formatos aceitos de dados 3D brutos

• Criar um arquivo manifesto de entrada para um trabalho de rotulagem de nuvem de pontos 3D

• Noções básicas sobre sistemas de coordenadas e fusão de sensores

Formatos aceitos de dados 3D brutos

O Ground Truth usa os dados da nuvem de pontos 3D para renderizar cenas 3D que os operadores 
anotam. Esta seção descreve os formatos aceitos de dados brutos para dados da nuvem de pontos 
e dados de fusão de sensores para um quadro da nuvem de pontos. Para saber como criar um 
arquivo manifesto de entrada para conectar os arquivos de dados de entrada brutos ao Ground 
Truth, consulte Criar um arquivo manifesto de entrada para um trabalho de rotulagem de nuvem de 
pontos 3D.

Para cada quadro, o Ground Truth oferece suporte a arquivos Compact Binary Pack Format (.bin) e 
ASCII (.txt). Esses arquivos contêm informações sobre o local (coordenadas x, y e z) de todos os 
pontos que compõem esse quadro e, opcionalmente, informações sobre a cor de pixel de cada ponto 
para nuvens de ponto coloridas. Ao criar um arquivo manifesto de entrada de trabalho de rotulagem 
de nuvem de pontos 3D, é possível especificar o formato dos dados brutos no parâmetro format.

A tabela a seguir lista elementos compatíveis com o Ground Truth em arquivos do quadro da nuvem 
de pontos para descrever pontos individuais.

Símbolo Valor

x A coordenada x do ponto.

y A coordenada y do ponto.

z A coordenada z do ponto.

i A intensidade do ponto.
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Símbolo Valor

r O componente do canal de cor vermelha. Um 
valor de 8 bits (0-255).

g O componente do canal de cor verde. Um valor 
de 8 bits (0-255)

b O componente do canal de cor azul. Um valor 
de 8 bits (0-255)

O Ground Truth pressupõe o seguinte sobre seus dados de entrada:

• Todas as coordenadas posicionais (x, y, z) estão em metros.

• Todos os cabeçalhos de pose (qx, qy, qz, qw) são medidos em quaterniões espaciais.

Formato compacto do pacote binário

O formato compacto do pacote binário representa uma nuvem de pontos como um conjunto 
ordenado de um stream de pontos. Cada ponto no fluxo é um pacote binário ordenado de valores 
flutuantes de 4 bytes em alguma variante da forma xyzirgb. Os elementos x, y e z são necessários 
e informações adicionais sobre esse pixel podem ser incluídas de várias maneiras usando i, r, g e
b.

Para usar um arquivo binário a fim de inserir dados do quadro da nuvem de pontos em um trabalho 
de rotulagem de nuvem de pontos 3D do Ground Truth, insira binary/, no parâmetro format do 
arquivo manifesto de entrada e substitua  pela ordem dos elementos em cada pacote binário. Por 
exemplo, você pode inserir uma das seguintes opções para o parâmetro format.

• binary/xyzi – Quando você usa esse formato, o stream do elemento de pontos estaria na 
seguinte ordem: x1y1z1i1x2y2z2i2...

• binary/xyzrgb – Quando você usa esse formato, o stream do elemento de pontos estaria na 
seguinte ordem: x1y1z1r1g1b1x2y2z2r2g2b2...

• binary/xyzirgb – Quando você usa esse formato, o stream do elemento de pontos estaria na 
seguinte ordem: x1y1z1i1r1g1b1x2y2z2i2r2g2b2...
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Quando você usa um arquivo binário para seus dados do quadro de nuvem de pontos, se você não 
inserir um valor para format, o formato do pacote padrão binary/xyzi será usado.

Formato ASCII

O formato ASCII usa um arquivo de texto para representar uma nuvem de pontos, em que cada 
linha no arquivo ASCII da nuvem de pontos representa um único ponto. Cada ponto é uma linha do 
arquivo de texto e contém valores separados por espaço em branco, cada um dos quais é um valor 
ASCII flutuante de 4 bytes. Os elementos x, y e z são necessários para cada ponto e informações 
adicionais sobre esse ponto podem ser incluídas de várias maneiras usando i, r, g e b.

Para usar um arquivo de texto para inserir dados de quadros de nuvem de pontos em um trabalho de 
rotulagem de nuvem de pontos 3D do Ground Truth, insira text/ no parâmetro format do arquivo 
manifesto de entrada e substitua  pela ordem dos elementos de pontos em cada linha.

Por exemplo, se você inserir text/xyzi para format, o arquivo de texto para cada quadro de 
nuvem de pontos deverá ser semelhante ao seguinte:

x1 y1 z1 i1
x2 y2 z2 i2
...
...

Se você inserir text/xyzrgb, o arquivo de texto deverá ser semelhante ao seguinte:

x1 y1 z1 r1 g1 b1
x2 y2 z2 r2 g2 b1
...
...

Quando você usa um arquivo de texto para seus dados de quadro da nuvem de pontos, se não 
inserir um valor para format, será usado o formato padrão text/xyzi.

Limites de resolução da nuvem de pontos

O Ground Truth não tem um limite de resolução para quadros da nuvem de pontos 3D. No entanto, 
recomendamos que você limite cada quadro de nuvem de pontos a 500 mil pontos para obter um 
desempenho ideal. Quando o Ground Truth renderiza a visualização da nuvem de pontos 3D, ela 
deve ser visível nos computadores dos operadores, o que depende do hardware do computador 
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dos operadores. Quadros de nuvem de pontos maiores que 1 milhão de pontos podem não ser 
renderizados em máquinas padrão ou podem levar muito tempo para serem carregados.

Criar um arquivo manifesto de entrada para um trabalho de rotulagem de nuvem de pontos 3D

Ao criar um trabalho de rotulagem, você fornece um arquivo manifesto de entrada em que cada 
linha do manifesto descreve uma unidade de tarefa a ser concluída pelos anotadores. O formato do 
arquivo manifesto de entrada depende do tipo de tarefa.

• Se você estiver criando um trabalho de rotulagem de detecção de objetos ou de segmentação 
de semântica da nuvem de pontos 3D, cada linha no arquivo manifesto de entrada conterá 
informações sobre um único quadro da nuvem de pontos 3D. Isso é chamado de manifesto de 
entrada de quadro da nuvem de pontos. Para saber mais, consulte Criar um arquivo manifesto de 
entrada de quadro da nuvem de pontos.

• Se você estiver criando um trabalho de rotulagem de rastreamento de objetos da nuvem de pontos 
3D, cada linha do arquivo manifesto de entrada conterá uma sequência de quadros da nuvem de 
pontos 3D e dados associados. Isso é chamado de manifesto de entrada de sequência da nuvem 
de pontos. Para saber mais, consulte Criar um manifesto de entrada de sequência da nuvem de 
pontos.

Criar um arquivo manifesto de entrada de quadro da nuvem de pontos

O manifesto é um arquivo codificado em UTF-8 em que cada linha é um objeto JSON completo e 
válido. Cada linha é delimitada por uma quebra de linha padrão, \n ou \r\n. Como cada linha deve ser 
um objeto JSON válido, não é possível ter caracteres de quebra de linha sem escape. No arquivo 
manifesto de entrada de quadro único, cada linha no manifesto contém dados para um quadro da 
nuvem de pontos único. Os dados de quadro da nuvem de pontos podem ser armazenados no 
formato binário ou ASCII (consulte Formatos aceitos de dados 3D brutos). Essa é a formatação do 
arquivo manifesto necessária para a detecção de objetos e a segmentação semântica da nuvem de 
pontos 3D. Se preferir, você também poderá fornecer dados de fusão de sensores de câmera para 
cada quadro de nuvem de pontos.

O Ground Truth oferece suporte à nuvem de pontos e à fusão de sensores da câmera de vídeo no
sistema de coordenadas mundial para todas as modalidades. Se você conseguir obter o sensor 
3D extrínseco (como um LiDAR extrínseco), recomendamos que transforme quadros de nuvem de 
pontos 3D no sistema de coordenadas mundial usando o extrínseco. Para obter mais informações, 
consulte Fusão de sensores.
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No entanto, se não conseguir obter uma nuvem de pontos no sistema de coordenadas mundial, 
você poderá fornecer coordenadas no sistema de coordenadas original em que os dados foram 
capturados. Se estiver fornecendo dados de câmera para fusão de sensores, é recomendável que 
você forneça o sensor LiDAR e a pose de câmera no sistema de coordenadas mundial.

Para criar um arquivo manifesto de entrada de quadro único, identifique o local de cada quadro 
da nuvem de pontos que deseja que os operadores rotulem usando a chave source-ref. Além 
disso, é necessário usar a chave source-ref-metadata para identificar o formato do conjunto de 
dados, um time stamp para esse quadro e, opcionalmente, dados de fusão de sensores e imagens 
da câmera de vídeo.

O exemplo a seguir demonstra a sintaxe usada para um arquivo manifesto de entrada para um 
trabalho de rotulagem de nuvem de pontos de quadro único. O exemplo inclui dois quadros de 
nuvem de pontos. Para obter detalhes sobre cada parâmetro, consulte a tabela que segue este 
exemplo.

Important

Cada linha no arquivo manifesto de entrada deve estar no formato JSON Lines. O bloco de 
código a seguir mostra um arquivo manifesto de entrada: Cada objeto JSON é usado para 
apontar e fornecer detalhes sobre um único quadro de nuvem de pontos. Os objetos JSON 
foram expandidos para facilitar a leitura, mas você deve minimizar cada objeto JSON para 
caber em uma única linha ao criar um arquivo manifesto de entrada. Um exemplo é fornecido 
sob esse bloco de código.

{ 
    "source-ref": "s3://awsexamplebucket/examplefolder/frame1.bin", 
    "source-ref-metadata":{ 
        "format": "binary/xyzi", 
        "unix-timestamp": 1566861644.759115, 
        "ego-vehicle-pose":{ 
            "position": { 
                "x": -2.7161461413869947, 
                "y": 116.25822288149078, 
                "z": 1.8348751887989483
            }, 
            "heading": { 
                "qx": -0.02111296123795955, 
                "qy": -0.006495469416730261, 
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                "qz": -0.008024565904865688, 
                "qw": 0.9997181192298087
            } 
        }, 
        "prefix": "s3://awsexamplebucket/lidar_singleframe_dataset/someprefix/", 
        "images": [ 
        { 
            "image-path": "images/frame300.bin_camera0.jpg", 
            "unix-timestamp": 1566861644.759115, 
            "fx": 847.7962624528487, 
            "fy": 850.0340893791985, 
            "cx": 576.2129134707038, 
            "cy": 317.2423573573745, 
            "k1": 0, 
            "k2": 0, 
            "k3": 0, 
            "k4": 0, 
            "p1": 0, 
            "p2": 0, 
            "skew": 0, 
            "position": { 
                "x": -2.2722515189268138, 
                "y": 116.86003310568965, 
                "z": 1.454614668542299
            }, 
            "heading": { 
                "qx": 0.7594754093069037, 
                "qy": 0.02181790885672969, 
                "qz": -0.02461725233103356, 
                "qw": -0.6496916273040025
            }, 
            "camera-model": "pinhole" 
        }] 
    }
}
{ 
    "source-ref": "s3://awsexamplebucket/examplefolder/frame2.bin", 
    "source-ref-metadata":{ 
        "format": "binary/xyzi", 
        "unix-timestamp": 1566861632.759133, 
        "ego-vehicle-pose":{ 
            "position": { 
                "x": -2.7161461413869947, 
                "y": 116.25822288149078, 
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                "z": 1.8348751887989483
            }, 
            "heading": { 
                "qx": -0.02111296123795955, 
                "qy": -0.006495469416730261, 
                "qz": -0.008024565904865688, 
                "qw": 0.9997181192298087
            } 
        }, 
        "prefix": "s3://awsexamplebucket/lidar_singleframe_dataset/someprefix/", 
        "images": [ 
        { 
            "image-path": "images/frame300.bin_camera0.jpg", 
            "unix-timestamp": 1566861644.759115, 
            "fx": 847.7962624528487, 
            "fy": 850.0340893791985, 
            "cx": 576.2129134707038, 
            "cy": 317.2423573573745, 
            "k1": 0, 
            "k2": 0, 
            "k3": 0, 
            "k4": 0, 
            "p1": 0, 
            "p2": 0, 
            "skew": 0, 
            "position": { 
                "x": -2.2722515189268138, 
                "y": 116.86003310568965, 
                "z": 1.454614668542299
            }, 
            "heading": { 
                "qx": 0.7594754093069037, 
                "qy": 0.02181790885672969, 
                "qz": -0.02461725233103356, 
                "qw": -0.6496916273040025
            }, 
            "camera-model": "pinhole" 
        }] 
    }
}
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Ao criar um arquivo manifesto de entrada, você deve recolher os objetos JSON para caber em uma 
única linha. Por exemplo, o bloco de código acima apareceria da seguinte forma em um arquivo 
manifesto de entrada:

{"source-ref":"s3://awsexamplebucket/examplefolder/frame1.bin","source-ref-metadata":
{"format":"binary/xyzi","unix-timestamp":1566861644.759115,"ego-vehicle-pose":
{"position":
{"x":-2.7161461413869947,"y":116.25822288149078,"z":1.8348751887989483},"heading":
{"qx":-0.02111296123795955,"qy":-0.006495469416730261,"qz":-0.008024565904865688,"qw":0.9997181192298087}},"prefix":"s3://
awsexamplebucket/lidar_singleframe_dataset/someprefix/","images":
[{"image-path":"images/frame300.bin_camera0.jpg","unix-
timestamp":1566861644.759115,"fx":847.7962624528487,"fy":850.0340893791985,"cx":576.2129134707038,"cy":317.2423573573745,"k1":0,"k2":0,"k3":0,"k4":0,"p1":0,"p2":0,"skew":0,"position":
{"x":-2.2722515189268138,"y":116.86003310568965,"z":1.454614668542299},"heading":
{"qx":0.7594754093069037,"qy":0.02181790885672969,"qz":-0.02461725233103356,"qw":-0.6496916273040025},"camera-
model":"pinhole"}]}}
{"source-ref":"s3://awsexamplebucket/examplefolder/frame2.bin","source-ref-metadata":
{"format":"binary/xyzi","unix-timestamp":1566861632.759133,"ego-vehicle-pose":
{"position":
{"x":-2.7161461413869947,"y":116.25822288149078,"z":1.8348751887989483},"heading":
{"qx":-0.02111296123795955,"qy":-0.006495469416730261,"qz":-0.008024565904865688,"qw":0.9997181192298087}},"prefix":"s3://
awsexamplebucket/lidar_singleframe_dataset/someprefix/","images":
[{"image-path":"images/frame300.bin_camera0.jpg","unix-
timestamp":1566861644.759115,"fx":847.7962624528487,"fy":850.0340893791985,"cx":576.2129134707038,"cy":317.2423573573745,"k1":0,"k2":0,"k3":0,"k4":0,"p1":0,"p2":0,"skew":0,"position":
{"x":-2.2722515189268138,"y":116.86003310568965,"z":1.454614668542299},"heading":
{"qx":0.7594754093069037,"qy":0.02181790885672969,"qz":-0.02461725233103356,"qw":-0.6496916273040025},"camera-
model":"pinhole"}]}}

A tabela a seguir mostra os parâmetros que você pode incluir no arquivo manifesto de entrada:

Parâmetro Obrigatório Valores aceitos Descrição

source-ref Sim Segmento

Formato de valor de 
string aceito:

s3://<bucket-n 
ame> /<folder-n 
ame> /point-clo 
ud-frame-file

O local do Amazon 
S3 de um quadro de 
nuvem de pontos 
único.
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Parâmetro Obrigatório Valores aceitos Descrição

source-ref-
metadata

Sim Objeto JSON

Parâmetros aceitos:

format, unix-
timestamp , ego-
vehicle-pose ,
position, prefix,
images

Use esse parâmetro 
para incluir informaçõ 
es adicionais sobre 
a nuvem de pontos 
em source-ref  e 
para fornecer dados 
da câmera para fusão 
de sensores.

format Não Segmento

Valores de string 
aceitos: "binary/
xyz" , "binary/x 
yzi" , "binary/x 
yzrgb" , "binary/
xyzirgb" , "text/
xyz" , "text/xyz 
i" , "text/xyz 
rgb" , "text/xyz 
irgb"

Valores padrão:

Quando o arquivo 
identificado em
source-ref  tem 
uma extensão .bin,
binary/xyzi

Quando o arquivo 
identificado em
source-ref  tem 
uma extensão .txt,
text/xyzi

Use esse parâmetro 
para especificar o 
formato dos dados 
da nuvem de pontos. 
Para obter mais 
informações, consulte
Formatos aceitos de 
dados 3D brutos.
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Parâmetro Obrigatório Valores aceitos Descrição

unix-timestamp Sim Número

Um time stamp unix.

O time stamp unix 
é o número de 
segundos desde 1º 
de janeiro de 1970 
até o horário UTC em 
que os dados foram 
coletados por um 
sensor.

ego-vehicle-
pose

Não Objeto JSON A pose do dispositi 
vo usado para coletar 
os dados da nuvem 
de pontos. Para obter 
mais informações 
sobre esse parâmetro 
, consulte Incluir 
informações de 
pose do veículo no 
manifesto de entrada.

prefix Não Segmento

Formato de valor de 
string aceito:

s3://<bucket-n 
ame> /<folder-n 
ame>/

O local no Amazon S3 
em que os metadados 
, como imagens 
da câmera, são 
armazenados para 
esse quadro.

O prefixo deve 
terminar com uma 
barra: /.
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Parâmetro Obrigatório Valores aceitos Descrição

images Não Listar Uma lista de 
parâmetros que 
descrevem imagens 
de câmera colorida 
usadas para fusão 
de sensores. É 
possível incluir até 
oito imagens nesta 
lista. Para obter mais 
informações sobre os 
parâmetros necessári 
os para cada imagem, 
consulte Incluir 
dados da câmera no 
manifesto de entrada.

Incluir informações de pose do veículo no manifesto de entrada

Use a localização do veículo ego para fornecer informações sobre a localização do veículo usado 
para capturar dados da nuvem de pontos. O Ground Truth usa essas informações para calcular a 
matriz extrínseca do LiDAR.

O Ground Truth usa matrizes extrínsecas para projetar rótulos de e para a cena 3D e imagens 2D. 
Para obter mais informações, consulte Fusão de sensores.

A tabela a seguir fornece mais informações sobre os parâmetros de position e de orientação 
(heading) que são obrigatórios quando você fornece informações do veículo ego.

Parâmetro Obrigatório Valores aceitos Descrição

position Sim Objeto JSON

Parâmetros obrigatór 
ios:

O vetor de conversão 
do veículo ego no 
sistema de coordenad 
as mundial.
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Parâmetro Obrigatório Valores aceitos Descrição

x, y e z. Insira 
números para esses 
parâmetros.

heading Sim Objeto JSON

Parâmetros obrigatór 
ios:

qx, qy, qz e qw. 
Insira números para 
esses parâmetros.

A orientação do 
quadro de referência 
do dispositivo ou do 
sensor montado no 
veículo que detecta o 
entorno, medido em
quaterniões, (qx, qy,
qz, qw) no sistema de 
coordenadas.

Incluir dados da câmera no manifesto de entrada

Se você quiser incluir dados da câmera de vídeo com um quadro, use os parâmetros a seguir para 
fornecer informações sobre cada imagem. A coluna Obrigatório abaixo se aplica quando o parâmetro
images é incluído no arquivo manifesto de entrada em source-ref-metadata. Não é necessário 
incluir imagens no arquivo manifesto de entrada.

Se você incluir imagens da câmera, será necessário incluir informações sobre position e heading
da câmera usados na captura das imagens no sistema de coordenadas mundial.

Se as imagens estiverem distorcidas, o Ground Truth poderá corrigir a distorção automaticamente 
usando as informações fornecidas sobre a imagem no arquivo manifesto de entrada, incluindo 
coeficientes de distorção (k1, k2, k3, k4, p1 e p1), o modelo e a matriz intrínseca da câmera. A 
matriz intrínseca é composta pela distância focal (fx, fy) e pelo ponto principal (cx, cy)). Consulte
Matriz intrínseca  para saber como o Ground Truth usa a câmera intrínseca. Se os coeficientes de 
distorção não forem incluídos, o Ground Truth não corrigirá a distorção da imagem.

Parâmetro Obrigatório Valores aceitos Descrição

image-path Sim Segmento

Exemplo de formato:

O local relativo 
no Amazon S3 do 
arquivo de imagem. 
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Parâmetro Obrigatório Valores aceitos Descrição

<folder-n 
ame> /<imagefil 
e.png>

Esse caminho relativo 
será anexado ao 
caminho especificado 
em prefix.

unix-timestamp Sim Número O time stamp unix 
é o número de 
segundos desde 1º 
de janeiro de 1970 
até o horário UTC em 
que os dados foram 
coletados por uma 
câmera.

camera-model Não String:

Valores aceitos:

"pinhole" ,
"fisheye"

Padrão:

"pinhole"

O modelo da câmera 
usada para capturar 
a imagem. Essas 
informações são 
usadas para corrigir 
a distorção das 
imagens da câmera.

fx, fy Sim Números A distância focal da 
câmera, nas direções 
x (fx) e y (fy).

cx, cy Sim Números As coordenadas x 
(cx) e y (cy) do ponto 
principal.
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Parâmetro Obrigatório Valores aceitos Descrição

k1, k2, k3, k4 Não Número Coeficientes de 
distorção radial. 
Compatíveis com 
modelos de câmera
olho de peixe e
pinhole.

p1, p2 Não Número Coeficientes de 
distorção tangencia 
l. Compatíveis com 
modelos de câmera
pinhole.

skew Não Número Um parâmetro para 
medir a inclinação de 
uma imagem.

position Sim Objeto JSON

Parâmetros obrigatór 
ios:

x, y e z. Insira 
números para esses 
parâmetros.

O local ou a origem 
do quadro de 
referência da câmara 
montada no veículo 
que captura imagens.

heading Sim Objeto JSON

Parâmetros obrigatór 
ios:

qx, qy, qz e qw. 
Insira números para 
esses parâmetros.

A orientação do 
quadro de referência 
da câmera montada 
no veículo que 
captura imagens, 
medida usando
quaterniões, (qx, qy,
qz, qw), no sistema 
de coordenadas 
mundial.
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Limites de quadros da nuvem de pontos

É possível incluir até 100.000 quadros da nuvem de pontos no arquivo manifesto de entrada. O 
trabalho de rotulagem de nuvem de pontos 3D tem tempos de pré-processamento mais longos do 
que os de outros tipos de tarefas do Ground Truth. Para obter mais informações, consulte Tempo de 
pré-processamento do trabalho.

Criar um manifesto de entrada de sequência da nuvem de pontos

O manifesto é um arquivo codificado em UTF-8 em que cada linha é um objeto JSON completo e 
válido. Cada linha é delimitada por uma quebra de linha padrão, \n ou \r\n. Como cada linha deve ser 
um objeto JSON válido, não é possível ter caracteres de quebra de linha sem escape. No arquivo 
manifesto de entrada de sequência da nuvem de pontos, cada linha no manifesto contém uma 
sequência de quadros da nuvem de pontos. Os dados da nuvem de pontos para cada quadro na 
sequência podem ser armazenados no formato binário ou ASCII. Para obter mais informações, 
consulte Formatos aceitos de dados 3D brutos. Essa é a formatação do arquivo manifesto 
necessária para o rastreamento de objetos da nuvem de pontos 3D. Se preferir, você também 
poderá fornecer atributo de pontos e dados de fusão de sensores de câmera para cada quadro de 
nuvem de pontos. Ao criar um arquivo manifesto de entrada de sequência, é necessário fornecer 
dados de fusão de sensores do LiDAR e da câmera de vídeo em um sistema de coordenadas 
mundial.

O exemplo a seguir demonstra a sintaxe usada para um arquivo manifesto de entrada quando cada 
linha no manifesto é um arquivo de sequência. Cada linha no arquivo manifesto de entrada deve 
estar no formato JSON Lines.

{"source-ref": "s3://awsexamplebucket/example-folder/seq1.json"}
{"source-ref": "s3://awsexamplebucket/example-folder/seq2.json"}

Os dados de cada sequência de quadros da nuvem de pontos precisam ser armazenados em 
um objeto de dados JSON. Veja a seguir um exemplo do formato utilizado para um arquivo de 
sequência. As informações sobre cada quadro são incluídas como um objeto JSON e estão 
relacionadas na lista frames. Este é um exemplo de um arquivo de sequência com dois arquivos de 
quadro de nuvem de pontos frame300.bin e frame303.bin. O ... é usado para indicar onde 
você deve incluir informações para quadros adicionais. Adicione um objeto JSON para cada quadro 
na sequência.

O bloco de código a seguir inclui um objeto JSON para um único arquivo de sequência. O objeto 
JSON foi expandido para facilitar a leitura
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{ 
  "seq-no": 1, 
  "prefix": "s3://awsexamplebucket/example_lidar_sequence_dataset/seq1/", 
  "number-of-frames": 100, 
  "frames":[ 
    { 
        "frame-no": 300,  
        "unix-timestamp": 1566861644.759115,  
        "frame": "example_lidar_frames/frame300.bin",  
        "format": "binary/xyzi",  
        "ego-vehicle-pose":{ 
            "position": { 
                "x": -2.7161461413869947, 
                "y": 116.25822288149078, 
                "z": 1.8348751887989483
            }, 
            "heading": { 
                "qx": -0.02111296123795955, 
                "qy": -0.006495469416730261, 
                "qz": -0.008024565904865688, 
                "qw": 0.9997181192298087
            } 
        },  
        "images": [ 
        { 
            "image-path": "example_images/frame300.bin_camera0.jpg", 
            "unix-timestamp": 1566861644.759115, 
            "fx": 847.7962624528487, 
            "fy": 850.0340893791985, 
            "cx": 576.2129134707038, 
            "cy": 317.2423573573745, 
            "k1": 0, 
            "k2": 0, 
            "k3": 0, 
            "k4": 0, 
            "p1": 0, 
            "p2": 0, 
            "skew": 0, 
            "position": { 
                "x": -2.2722515189268138, 
                "y": 116.86003310568965, 
                "z": 1.454614668542299
            }, 
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            "heading": { 
                "qx": 0.7594754093069037, 
                "qy": 0.02181790885672969, 
                "qz": -0.02461725233103356, 
                "qw": -0.6496916273040025
            }, 
            "camera-model": "pinhole" 
        }] 
    }, 
    { 
        "frame-no": 303,  
        "unix-timestamp": 1566861644.759115,  
        "frame": "example_lidar_frames/frame303.bin",  
        "format": "text/xyzi",  
        "ego-vehicle-pose":{...},  
        "images":[{...}] 
    }, 
      ...
  ]
}

A tabela a seguir fornece detalhes sobre os parâmetros de nível superior de um arquivo de 
sequência. Para obter informações detalhadas sobre os parâmetros necessários para quadros 
individuais no arquivo de sequência, consulte Parâmetros para quadros da nuvem de pontos 
individuais.

Parâmetro Obrigatório Valores aceitos Descrição

seq-no Sim Inteiro O número ordenado 
da sequência.

prefix Sim Segmento

Valores aceitos:

s3://<bucket-n 
ame> /<prefix>/

O local do Amazon 
S3 onde os arquivos 
de sequência estão 
localizados.

O prefixo deve 
terminar com uma 
barra: /.
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Parâmetro Obrigatório Valores aceitos Descrição

number-of-
frames

Sim Inteiro O número total de 
quadros incluídos no 
arquivo de sequência 
. Esse número deve 
corresponder ao 
número total de 
quadros listados no 
parâmetro frames na 
próxima linha.

frames Sim Lista de objetos JSON Uma lista de dados 
de quadros. O 
comprimento da 
lista deve ser igual 
ao number-of 
-frames . Na 
interface do usuário 
do operador, os 
quadros em uma 
sequência serão os 
mesmos que a ordem 
dos quadros dessa 
matriz.

Para obter detalhes 
sobre o formato de 
cada quadro, consulte
Parâmetros para 
quadros da nuvem de 
pontos individuais.

Parâmetros para quadros da nuvem de pontos individuais

A tabela a seguir mostra os parâmetros que você pode incluir no arquivo manifesto de entrada.
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Parâmetro Obrigatório Valores aceitos Descrição

frame-no Não Inteiro O número de um 
quadro. Esse é um 
identificador opcional 
especificado pelo 
cliente para identific 
ar o quadro em uma 
sequência. Não é 
usado pelo Ground 
Truth.

unix-timestamp Sim Número O time stamp unix 
é o número de 
segundos desde 1º 
de janeiro de 1970 
até o horário UTC em 
que os dados foram 
coletados por um 
sensor.

O timestamp para 
cada quadro deve 
ser diferente e os 
timestamps devem 
ser sequenciais 
porque são usados 
para interpolação 
cuboide. Idealment 
e, esse deve ser o 
timestamp real de 
quando os dados 
foram coletados. 
Se isso não estiver 
disponível, você 
deverá usar uma 
sequência increment 
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Parâmetro Obrigatório Valores aceitos Descrição

al de timestamps, 
em que o primeiro 
quadro no arquivo 
de sequência 
corresponda ao 
primeiro timestamp na 
sequência.

frame Sim Segmento

Exemplo de formato

<folder-n 
ame> /<sequence 
-file.json>

O local relativo 
no Amazon S3 do 
arquivo de sequência. 
Esse caminho relativo 
será anexado ao 
caminho especificado 
em prefix.
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Parâmetro Obrigatório Valores aceitos Descrição

format Não Segmento

Valores de string 
aceitos: "binary/
xyz" , "binary/x 
yzi" , "binary/x 
yzrgb" , "binary/
xyzirgb" , "text/
xyz" , "text/xyz 
i" , "text/xyz 
rgb" , "text/xyz 
irgb"

Valores padrão:

Quando o arquivo 
identificado em
source-ref  tem 
uma extensão .bin,
binary/xyzi

Quando o arquivo 
identificado em
source-ref  tem 
uma extensão .txt,
text/xyzi

Use esse parâmetro 
para especificar o 
formato dos dados 
da nuvem de pontos. 
Para obter mais 
informações, consulte
Formatos aceitos de 
dados 3D brutos.
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Parâmetro Obrigatório Valores aceitos Descrição

ego-vehicle-
pose

Não Objeto JSON A pose do dispositi 
vo usado para coletar 
os dados da nuvem 
de pontos. Para obter 
mais informações 
sobre esse parâmetro 
, consulte Incluir 
informações de 
pose do veículo no 
manifesto de entrada.

prefix Não Segmento

Formato de valor de 
string aceito:

s3://<bucket-n 
ame> /<folder-n 
ame>/

O local no Amazon S3 
em que os metadados 
, como imagens 
da câmera, são 
armazenados para 
esse quadro.

O prefixo deve 
terminar com uma 
barra: /.
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Parâmetro Obrigatório Valores aceitos Descrição

images Não Listar Uma lista de 
parâmetros que 
descrevem imagens 
da câmera colorida 
usadas para fusão 
de sensores. É 
possível incluir até 
oito imagens nesta 
lista. Para obter mais 
informações sobre os 
parâmetros necessári 
os para cada imagem, 
consulte Incluir 
dados da câmera no 
manifesto de entrada.

Incluir informações de pose do veículo no manifesto de entrada

Use a localização do veículo-ego para fornecer informações sobre a pose do veículo usado para 
capturar dados da nuvem de pontos. O Ground Truth usa essas informações para calcular matrizes 
extrínsecas do LiDAR.

O Ground Truth usa matrizes extrínsecas para projetar rótulos de e para a cena 3D e imagens 2D. 
Para obter mais informações, consulte Fusão de sensores.

A tabela a seguir fornece mais informações sobre os parâmetros de position e de orientação 
(heading) que são obrigatórios quando você fornece informações do veículo ego.

Parâmetro Obrigatório Valores aceitos Descrição

position Sim Objeto JSON

Parâmetros obrigatór 
ios:

O vetor de conversão 
do veículo ego no 
sistema de coordenad 
as mundial.
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Parâmetro Obrigatório Valores aceitos Descrição

x, y e z. Insira 
números para esses 
parâmetros.

heading Sim Objeto JSON

Parâmetros obrigatór 
ios:

qx, qy, qz e qw. 
Insira números para 
esses parâmetros.

A orientação do 
quadro de referência 
do dispositivo ou do 
sensor montado no 
veículo que detecta o 
entorno, medido em
quaterniões, (qx, qy,
qz, qw) no sistema de 
coordenadas.

Incluir dados da câmera no manifesto de entrada

Se quiser incluir dados da câmera colorida com um quadro, use os parâmetros a seguir para fornecer 
informações sobre cada imagem. A coluna Obrigatório na tabela a seguir se aplica quando o 
parâmetro images é incluído no arquivo manifesto de entrada. Não é necessário incluir imagens no 
arquivo manifesto de entrada.

Se você incluir imagens da câmera, será necessário incluir informações sobre a position e a 
orientação (heading) da câmera usada para capturar as imagens.

Se as imagens estiverem distorcidas, o Ground Truth poderá corrigir a distorção automaticamente 
usando as informações fornecidas sobre a imagem no arquivo manifesto de entrada, incluindo os 
coeficientes de distorção (k1, k2, k3, k4, p1 e p1), modelo da câmera e distância focal (fx e fy) 
e o ponto principal (cx e cy)). Para saber mais sobre esses coeficientes e imagens sem distorção, 
consulte Camera calibration With OpenCV. Se os coeficientes de distorção não forem incluídos, o 
Ground Truth não corrigirá a distorção da imagem.

Parâmetro Obrigatório Valores aceitos Descrição

image-path Sim Segmento

Exemplo de formato:

O local relativo 
no Amazon S3 do 
arquivo de imagem. 
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Parâmetro Obrigatório Valores aceitos Descrição

<folder-n 
ame> /<imagefil 
e.png>

Esse caminho relativo 
será anexado ao 
caminho especificado 
em prefix.

unix-timestamp Sim Número O time stamp da 
imagem.

camera-model Não String:

Valores aceitos:

"pinhole" ,
"fisheye"

Padrão:

"pinhole"

O modelo da câmera 
usada para capturar 
a imagem. Essas 
informações são 
usadas para corrigir 
a distorção das 
imagens da câmera.

fx, fy Sim Números A distância focal da 
câmera, nas direções 
x (fx) e y (fy).

cx, cy Sim Números As coordenadas x 
(cx) e y (cy) do ponto 
principal.

k1, k2, k3, k4 Não Número Coeficientes de 
distorção radial. 
Compatíveis com 
modelos de câmera
olho de peixe e
pinhole.
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Parâmetro Obrigatório Valores aceitos Descrição

p1, p2 Não Número Coeficientes de 
distorção tangencia 
l. Compatíveis com 
modelos de câmera
pinhole.

skew Não Número Um parâmetro para 
medir qualquer 
inclinação conhecida 
na imagem.

position Sim Objeto JSON

Parâmetros obrigatór 
ios:

x, y e z. Insira 
números para esses 
parâmetros.

O local ou a origem 
do quadro de 
referência da câmara 
montada no veículo 
que captura imagens.

heading Sim Objeto JSON

Parâmetros obrigatór 
ios:

qx, qy, qz e qw. 
Insira números para 
esses parâmetros.

A orientação do 
quadro de referência 
da câmera montada 
no veículo que está 
capturando imagens, 
medida usando
quaterniões, (qx, qy,
qz, qw).

Limites de quadros da nuvem de pontos e arquivos de sequência

É possível incluir até 100.000 sequências de quadros da nuvem de pontos no arquivo manifesto de 
entrada. É possível incluir até 500 quadros da nuvem de pontos em cada arquivo de sequência.
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Tenha em mente que o trabalho de rotulagem de nuvem de pontos 3D tem tempos de pré-
processamento mais longos do que os dos outros tipos de tarefas do Ground Truth. Para obter mais 
informações, consulte Tempo de pré-processamento do trabalho.

Noções básicas sobre sistemas de coordenadas e fusão de sensores

Os dados da nuvem de pontos estão sempre localizados em um sistema de coordenadas. Esse 
sistema de coordenadas pode ser local para o veículo ou o dispositivo que está detectando o 
ambiente, ou pode ser um sistema de coordenadas mundial. Ao usar trabalhos de rotulagem de 
nuvem de pontos 3D do Ground Truth, todas as anotações são geradas usando o sistema de 
coordenadas dos dados de entrada. Para alguns tipos de tarefa de trabalho de rotulagem e recursos, 
é necessário fornecer dados em um sistema de coordenadas mundial.

Neste tópico, você aprenderá o seguinte:

• Quando você precisa fornecer dados de entrada em um sistema de coordenadas mundial ou 
quadro de referência global.

• O que é uma coordenada mundial e como você pode converter dados de nuvem de pontos em um 
sistema de coordenadas mundial.

• Como você pode usar suas matrizes extrínsecas de sensor e de câmera para fornecer dados de 
pose ao usar a fusão de sensores.

Requisitos do sistema de coordenadas para trabalhos de rotulagem

Se os dados da nuvem de pontos foram coletados em um sistema de coordenadas local, é possível 
usar uma matriz extrínseca do sensor usado para coletar os dados a fim de convertê-los em um 
sistema de coordenadas mundial ou em um quadro de referência global. Se não conseguir obter um 
extrínseco para os dados da nuvem de pontos e, como resultado, não conseguir obter nuvens de 
pontos em um sistema de coordenadas mundial, você poderá fornecer dados da nuvem de pontos 
em um sistema de coordenadas local para detecção de objetos da nuvem de pontos 3D e tipos de 
tarefas de segmentação semântica.

Para o rastreamento de objetos, é necessário fornecer dados da nuvem de pontos em um sistema de 
coordenadas mundial. Isso ocorre porque quando você está rastreando objetos em vários quadros, o 
próprio veículo ego está se movendo no mundo e, portanto, todos os quadros precisam de um ponto 
de referência.

Se você incluir dados da câmera para fusão de sensores, é recomendável fornecer poses da câmera 
no mesmo sistema de coordenadas mundial que o sensor 3D (como um sensor LiDAR).
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Usar dados da nuvem de pontos em um sistema de coordenadas mundial

Esta seção explica o que é um sistema de coordenadas mundial (WCS), também chamado de
quadro de referência global, e explica como é possível fornecer dados da nuvem de pontos em um 
sistema de coordenadas mundial.

O que é um sistema de coordenadas mundial?

Um WCS ou quadro de referência global é um sistema de coordenadas universal fixo no qual os 
sistemas de coordenadas de veículos e de sensores são colocados. Por exemplo, se vários quadros 
da nuvem de pontos estiverem localizados em sistemas de coordenadas diferentes porque foram 
coletados de dois sensores, um WCS poderá ser usado para converter todas as coordenadas 
nesses quadros da nuvem de pontos em um único sistema de coordenadas, em que todos os 
quadros têm a mesma origem (0,0,0). Essa transformação é feita convertendo a origem de cada 
quadro para a origem do WCS usando um vetor de conversão e girando os três eixos (normalmente 
x, y e z) para a orientação correta usando uma matriz de rotação. Essa transformação do corpo 
rígido é chamada de transformação homogênea.

Um sistema de coordenadas mundiais é importante no planejamento global de caminhos, 
localização, mapeamento e simulações de cenários de condução. O Ground Truth usa o sistema 
cartesiano de coordenadas mundiais destro, como o definido na ISO 8855, em que o eixo x avança 
em direção ao movimento do carro, o eixo y fica à esquerda e o eixo z aponta para cima do solo.

O quadro de referência global depende dos dados. Alguns conjuntos de dados usam a posição 
LiDAR no primeiro quadro como origem. Nesse cenário, todos os quadros usam o primeiro quadro 
como referência e o cabeçalho e a posição do dispositivo estarão próximos da origem no primeiro 
quadro. Por exemplo, os conjuntos de dados KITTI têm o primeiro quadro como referência para 
coordenadas mundiais. Outros conjunto de dados usam uma posição de dispositivo que é diferente 
da origem.

Observe que este não é o sistema de coordenadas GPS/IMU, que normalmente é girado em 
90 graus ao longo do eixo z. Se os dados da nuvem de pontos estiverem em um sistema de 
coordenadas GPS/IMU (como OxTS no conjunto de dados AV KITTI de código aberto), será 
necessário transformar a origem em um sistema de coordenadas mundial (geralmente o sistema de 
coordenadas de referência do veículo). Essa transformação é aplicada multiplicando os dados por 
métricas de transformação (a matriz de rotação e o vetor de conversão). Isso transformará os dados 
de seu sistema de coordenadas original em um sistema de coordenadas de referência global. Saiba 
mais sobre essa transformação na próxima seção.
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Converter dados da nuvem de pontos 3D em um WCS

O Ground Truth pressupõe que os dados da nuvem de pontos já tenham sido transformados em um 
sistema de coordenadas de referência de sua escolha. Por exemplo, é possível escolher o sistema 
de coordenadas de referência do sensor (como o LiDAR) como seu sistema de coordenadas de 
referência global. Também é possível tirar nuvens de pontos de vários sensores e transformá-las da 
visualização do sensor para a visualização do sistema de coordenadas de referência do veículo. Use 
a matriz extrínseca de um sensor, composta por uma matriz de rotação e um vetor de conversão, 
para converter os dados da nuvem de pontos em um WCS ou em um quadro de referência global.

Coletivamente, o vetor de conversão e a matriz de rotação podem ser usados para formar uma
matriz extrínseca, que pode ser usada para converter dados de um sistema de coordenadas local 
para um WCS. Por exemplo, a matriz extrínseca LiDAR pode ser composta da seguinte forma, em 
que R é a matriz de rotação e T é o vetor de conversão:

LiDAR_extrinsic = [R T;0 0 0 1]

Por exemplo, o conjunto de dados KITTI de condução autônoma inclui uma matriz de rotação 
e um vetor de conversão para a matriz de transformação extrínseca LiDAR de cada quadro. O 
módulo pykitti do Python pode ser usado para carregar os dados KITTI e, no conjunto de dados,
dataset.oxts[i].T_w_imu fornece a transformação extrínseca LiDAR para o iº quadro, que 
pode ser multiplicado por pontos nesse quadro a fim de convertê-los em um quadro mundial –
np.matmul(lidar_transform_matrix, points). Multiplicar um ponto no quadro LiDAR 
com uma matriz extrínseca LiDAR transforma-o em coordenadas mundiais. Multiplicar um ponto no 
quadro mundial com a matriz extrínseca da câmera fornece as coordenadas de pontos no quadro de 
referência da câmera.

O exemplo de código a seguir demonstra como você pode converter quadros da nuvem de pontos do 
conjunto de dados KITTI em um WCS.

import pykitti
import numpy as np

basedir = '/Users/nameofuser/kitti-data'
date = '2011_09_26'
drive = '0079'

# The 'frames' argument is optional - default: None, which loads the whole dataset.
# Calibration, timestamps, and IMU data are read automatically.  
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# Camera and velodyne data are available via properties that create generators
# when accessed, or through getter methods that provide random access.
data = pykitti.raw(basedir, date, drive, frames=range(0, 50, 5))

# i is frame number
i = 0

# lidar extrinsic for the ith frame
lidar_extrinsic_matrix = data.oxts[i].T_w_imu

# velodyne raw point cloud in lidar scanners own coordinate system
points = data.get_velo(i)

# transform points from lidar to global frame using lidar_extrinsic_matrix
def generate_transformed_pcd_from_point_cloud(points, lidar_extrinsic_matrix): 
    tps = [] 
    for point in points: 
        transformed_points = np.matmul(lidar_extrinsic_matrix, np.array([point[0], 
 point[1], point[2], 1], dtype=np.float32).reshape(4,1)).tolist() 
        if len(point) > 3 and point[3] is not None: 
            tps.append([transformed_points[0][0], transformed_points[1][0], 
 transformed_points[2][0], point[3]]) 
        
    return tps 
     
# customer transforms points from lidar to global frame using lidar_extrinsic_matrix
transformed_pcl = generate_transformed_pcd_from_point_cloud(points, 
 lidar_extrinsic_matrix)     

Fusão de sensores

O Ground Truth oferece suporte à fusão de sensores de dados da nuvem de pontos com até oito 
entradas de câmera de vídeo. Esse recurso permite que os rotuladores humanos visualizem o 
quadro da nuvem de pontos 3D lado a lado com o quadro de vídeo sincronizado. Além de fornecer 
mais contexto visual para rotulagem, a fusão de sensores permite aos operadores ajustar anotações 
na cena 3D e em imagens 2D e o ajuste é projetado na outra visualização. O vídeo a seguir 
demonstra um trabalho de rotulagem de nuvem de pontos 3D com LiDAR e fusão de sensores de 
câmera.
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Para obter melhores resultados, ao usar a fusão de sensores, a nuvem de pontos deve estar em um 
WCS. O Ground Truth usa o sensor (como o LiDAR), câmera e informações de pose do veículo ego 
para calcular matrizes extrínsecas e intrínsecas para fusão de sensores.

Matriz extrínseca

O Ground Truth usa matrizes extrínsecas e intrínsecas de sensores (como o LiDAR) para projetar 
objetos de e para o quadro de referência dos dados da nuvem de pontos para o quadro de referência 
da câmera.

Por exemplo, para projetar um rótulo da nuvem de pontos 3D para o plano de imagem da câmera, 
o Ground Truth transforma pontos 3D do próprio sistema de coordenadas do LiDAR para o sistema 
de coordenadas da câmera. Isso normalmente é feito transformando primeiro os pontos 3D do 
próprio sistema de coordenadas do LiDAR em um sistema de coordenadas mundial (ou um quadro 
de referência global) usando a matriz extrínseca do LiDAR. O Ground Truth então usa o extrínseco 
inverso da câmera (que converte pontos de um quadro de referência global para o quadro de 
referência da câmera) para transformar os pontos 3D do sistema de coordenadas mundiais obtidos 
na etapa anterior no plano da imagem da câmera. A matriz extrínseca do LiDAR também pode ser 
usada para transformar dados 3D em um sistema de coordenadas mundial. Se os dados 3D já 
estiverem transformados em sistema de coordenadas mundiais, então a primeira transformação 
não terá nenhum impacto na conversão de rótulos, e ela dependerá apenas da extrínseca inversa 
da câmera. Uma matriz de visualização é usada para visualizar rótulos projetados. Para saber mais 
sobre essas transformações e sobre a matriz de visualização, consulte Transformações de fusão do 
sensor Ground Truth.
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O Ground Truth calcula essas matrizes extrínsecas usando o LiDAR e os dados de pose de câmera 
que você fornece: heading (em quaterniões: qx, qy, qz e qw) e position (x, y, z). Para o veículo, 
normalmente o rumo e a posição são descritos no quadro de referência do veículo em um sistema 
de coordenadas mundial e são chamados de pose do veículo ego. Para cada câmera extrínseca, é 
possível adicionar informações de pose para essa câmera. Para obter mais informações, consulte
Pose.

Matriz intrínseca

O Ground Truth usa as matrizes extrínsecas e intrínsecas da câmera para calcular métricas de 
visualização e transformar rótulos de e para a cena 3D em imagens de câmera. O Ground Truth 
calcula a matriz intrínseca da câmera usando a distância focal da câmera (fx, fy) e as coordenadas 
do centro óptico (cx, cy) que você fornece. Para obter mais informações, consulte  Intrínseca e 
distorção.

Distorção de imagem

A distorção de imagem pode ocorrer por uma variedade de razões. Por exemplo, as imagens 
podem ficar distorcidas devido aos efeitos barril ou olho de peixe. O Ground Truth usa parâmetros 
intrínsecos junto com o coeficiente de distorção para não distorcer as imagens que você fornece ao 
criar trabalhos de rotulagem de nuvem de pontos 3D. Se a distorção de uma imagem da câmera já 
tiver sido corrigida, todos os coeficientes de distorção deverão estar definidos como 0.

Para obter mais informações sobre as transformações que o Ground Truth executa para corrigir a 
distorção de imagens, consulte Calibrações da câmera: extrínseca, intrínseca e distorção.

Veículo ego

A fim de coletar dados para aplicativos de condução autônoma, as medições usadas para gerar 
dados da nuvem de pontos são coletadas de sensores montados em um veículo, ou o veículo ego. 
Para projetar ajustes de rótulo de e para a cena 3D e imagens 2D, o Ground Truth precisa da pose 
do veículo ego em um sistema de coordenadas mundial. A pose do veículo ego é composta por 
coordenadas de posição e pelo quaternião de orientação.

O Ground Truth usa a pose do veículo ego para calcular matrizes de rotação e de transformações. 
As rotações em três dimensões podem ser representadas por uma sequência de três rotações em 
torno de uma sequência de eixos. Em teoria, quaisquer três eixos que abrangem o espaço euclidiano 
3D são suficientes. Na prática, os eixos de rotação são escolhidos para serem os vetores de base. 
Espera-se que as três rotações estejam em um quadro de referência global (extrínseco). O Ground 
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Truth não é compatível com um quadro de referência centrado no corpo (intrínseco) que está ligado 
e se move com o objeto em rotação. Para rastrear objetos, o Ground Truth precisa medir a partir de 
uma referência global na qual todos os veículos estão se movendo. Ao usar trabalhos de rotulagem 
de nuvem de pontos 3D do Ground Truth, z especifica o eixo de rotação (rotação extrínseca) e os 
ângulos de guinada de Euler estão em radianos (ângulo de rotação).

Pose

O Ground Truth usa informações de pose para visualizações 3D e fusão de sensores. As 
informações de pose inseridas pelo arquivo de manifesto são usadas para calcular matrizes 
extrínsecas. Se você já tem uma matriz extrínseca, é possível usá-la para extrair dados de pose da 
câmera e do sensor.

Por exemplo, no conjunto de dados KITTI de condução autônoma, o módulo pykitti do Python pode 
ser usado para carregar os dados KITTI. No conjunto de dados, dataset.oxts[i].T_w_imu
fornece a transformação extrínseca do LiDAR para o iº quadro e ele pode ser multiplicado 
pelos pontos para obtê-los em um quadro mundial – matmul(lidar_transform_matrix, 
points). Essa transformação pode ser convertida em posição (vetor de conversão) e 
cabeçalho (em quaternião) do LiDAR para o formato JSON do arquivo de manifesto de entrada. 
A transformação extrínseca da câmera para o cam0 no iº quadro pode ser calculada por
inv(matmul(dataset.calib.T_cam0_velo, inv(dataset.oxts[i].T_w_imu))) e isso 
pode ser convertido em cabeçalho e posição para cam0.

import numpy

rotation = [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03], 
 [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02], 
 [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01]] 
  
origin= [1.71104606e+00, 
          5.80000039e-01, 
          9.43144935e-01] 

          
from scipy.spatial.transform import Rotation as R

# position is the origin
position = origin  
r = R.from_matrix(np.asarray(rotation))

# heading in WCS using scipy  
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heading = r.as_quat()
print(f"pose:{position}\nheading: {heading}")

Position

No arquivo manifesto de entrada, position se refere à posição do sensor em relação a um quadro 
mundial. Se não conseguir colocar a posição do dispositivo em um sistema de coordenadas mundial, 
você poderá usar dados do LiDAR com coordenadas locais. Da mesma forma, para câmeras de 
vídeo montadas, é possível especificar a posição e o cabeçalho em um sistema de coordenadas 
mundial. Para a câmera, se você não tiver informações de posição, use (0, 0, 0).

Estes são os campos no objeto de posição:

1. x (flutuante) – coordenada x do veículo ego, do sensor ou da posição da câmera em metros.

2. y (flutuante) – coordenada y do veículo ego, do sensor ou da posição da câmera em metros.

3. z (flutuante) – coordenada z do veículo ego, do sensor ou da posição da câmera em metros.

Veja a seguir um exemplo de um objeto JSON position:

{ 
    "position": { 
        "y": -152.77584902657554, 
        "x": 311.21505956090624, 
        "z": -10.854137529636024 
      }
}

cabeçalho

No arquivo manifesto de entrada, heading é um objeto que representa a orientação de um 
dispositivo em relação ao quadro mundial. Os valores do cabeçalho devem estar em quaternião. 
Um quaternião é uma representação da orientação consistente com as propriedades esféricas 
geodésicas. Se você não conseguir colocar o cabeçalho do sensor nas coordenadas mundiais, 
use o quaternião de identidade (qx = 0, qy = 0, qz = 0, qw = 1). Da mesma forma, 
para câmeras, especifique o cabeçalho em quaterniões. Se você não conseguir obter parâmetros 
extrínsecos de calibração da câmera, use também o quaternião de identidade.

Os campos no objeto heading são os seguintes:
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1. qx (flutuante) – componente x do veículo ego, do sensor ou da orientação da câmera.

2. qy (flutuante) – componente y do veículo ego, do sensor ou da orientação da câmera.

3. qz (flutuante) – componente z do veículo ego, do sensor ou da orientação da câmera.

4. qw (flutuante) – componente w do veículo ego, do sensor ou da orientação da câmera.

Veja a seguir um exemplo de um objeto JSON heading:

{ 
    "heading": { 
        "qy": -0.7046155108831117, 
        "qx": 0.034278837280808494, 
        "qz": 0.7070617895701465, 
        "qw": -0.04904659893885366 
      }
}

Para saber mais, consulte Calcular a posição e os quaterniões de orientação.

Calcular a posição e os quaterniões de orientação

O Ground Truth requer que todos os dados de orientação, ou de cabeçalho, sejam fornecidos em 
quaterniões. Um quaternião é uma representação da orientação consistente com as propriedades 
esféricas geodésicas que podem ser usadas para se aproximar da rotação. Em comparação com 
os ângulos de Euler eles são mais simples de compor e evitar o problema de gimbal lock. Em 
comparação com matrizes de rotação, eles são mais compactos, numericamente mais estáveis e 
mais eficientes.

É possível calcular quaterniões a partir de uma matriz de rotação ou de uma matriz de 
transformação.

Se tiver uma matriz de rotação (composta pelas rotações do eixo) e um vetor de conversão (ou 
origem) no sistema de coordenadas mundial em vez de uma única matriz de transformação rígida 
4x4, você poderá usar diretamente a matriz de rotação e o vetor de conversão para calcular 
quaterniões. Bibliotecas como scipy e pyqaternion  podem ajudar. O bloco de código a seguir mostra 
um exemplo que usa essas bibliotecas para calcular quaterniões a partir de uma matriz de rotação.

import numpy

rotation = [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03], 
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 [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02], 
 [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01]] 
  
origin = [1.71104606e+00, 
          5.80000039e-01, 
          9.43144935e-01] 

          
from scipy.spatial.transform import Rotation as R
# position is the origin
position = origin  
r = R.from_matrix(np.asarray(rotation))
# heading in WCS using scipy  
heading = r.as_quat()
print(f"position:{position}\nheading: {heading}")

Uma ferramenta de interface do usuário como 3D Rotation Converter também pode ser útil.

Se você tiver uma matriz de transformação extrínseca 4x4, observe que a matriz de transformação 
está na forma [R T; 0 0 0 1], em que R é a matriz de rotação e T é o vetor de conversão de 
origem. Isso significa que você pode extrair a matriz de rotação e o vetor de conversão da matriz de 
transformação da maneira indicada a seguir.

import numpy as np

transformation  
= [[ 9.96714314e-01, -8.09890350e-02,  1.16333982e-03, 1.71104606e+00], 
   [ 8.09967396e-02,  9.96661051e-01, -1.03090934e-02, 5.80000039e-01], 
   [-3.24531964e-04,  1.03694477e-02,  9.99946183e-01, 9.43144935e-01], 
   [              0,               0,               0,              1]]

transformation  = np.array(transformation )
rotation = transformation[0:3][0:3]
translation= transformation[0:3][3]

from scipy.spatial.transform import Rotation as R
# position is the origin translation
position = translation
r = R.from_matrix(np.asarray(rotation))
# heading in WCS using scipy  
heading = r.as_quat()
print(f"position:{position}\nheading: {heading}")
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Com sua própria configuração, é possível calcular uma matriz de transformação extrínseca usando 
a posição e a orientação GPS/IMU (latitude, longitude, altitude e rolagem, inclinação, guinada) em 
relação ao sensor do LiDAR no veículo ego. Por exemplo, é possível calcular a pose dos dados 
brutos KITTI usando pose = convertOxtsToPose(oxts) para transformar os dados oxts 
em poses euclidianas locais, especificadas por matrizes de transformação rígidas 4x4. Depois, é 
possível transformar essa matriz de transformação de pose em um quadro de referência global 
usando a matriz de transformação de quadros de referência no sistema de coordenadas mundial.

struct Quaternion
{ 
    double w, x, y, z;
};

Quaternion ToQuaternion(double yaw, double pitch, double roll) // yaw (Z), pitch (Y), 
 roll (X)
{ 
    // Abbreviations for the various angular functions 
    double cy = cos(yaw * 0.5); 
    double sy = sin(yaw * 0.5); 
    double cp = cos(pitch * 0.5); 
    double sp = sin(pitch * 0.5); 
    double cr = cos(roll * 0.5); 
    double sr = sin(roll * 0.5); 

    Quaternion q; 
    q.w = cr * cp * cy + sr * sp * sy; 
    q.x = sr * cp * cy - cr * sp * sy; 
    q.y = cr * sp * cy + sr * cp * sy; 
    q.z = cr * cp * sy - sr * sp * cy; 

    return q;
}

Transformações de fusão do sensor Ground Truth

As seções a seguir entram em mais detalhes sobre as transformações de fusão de sensores do 
Ground Truth que são executadas usando os dados de pose fornecidos.

Extrínseca do LiDAR

Para projetar de e para uma cena do LiDAR 3D para uma imagem de câmera 2D, o Ground Truth 
calcula as métricas rígidas de projeção de transformação usando a pose e o rumo do veículo-ego. 
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O Ground Truth calcula a rotação e translação de coordenadas mundiais no plano 3D fazendo uma 
sequência simples de rotações e translação.

O Ground Truth calcula métricas de rotação usando os quaterniões de cabeçalho da seguinte forma:

Aqui, [x, y, z, w] corresponde aos parâmetros no headingobjeto JSON, [qx, qy, qz, qw]. 
O Ground Truth calcula o vetor da coluna de tradução como T = [poseX, poseY, poseZ]. 
Depois, as métricas extrínsecas são simplesmente as seguintes:

LiDAR_extrinsic = [R T;0 0 0 1]

Calibrações da câmera: extrínseca, intrínseca e distorção

A calibração geométrica da câmera, também chamada de ressecção da câmera, estima os 
parâmetros de uma lente e de um sensor de imagem de uma câmera de imagem ou vídeo. É 
possível usar esses parâmetros para corrigir a distorção da lente, medir o tamanho de um objeto 
em unidades mundiais ou determinar a localização da câmera na cena. Os parâmetros da câmera 
incluem coeficientes intrínsecos e de distorção.

Câmera extrínseca

Se a pose da câmera for fornecida, o Ground Truth calculará a câmera extrínseca com base em uma 
transformação rígida do plano 3D no plano da câmera. O cálculo é o mesmo que o usado para o
Extrínseca do LiDAR, exceto que o Ground Truth usa a pose de câmera (position e heading) e 
calcula a extrínseca inversa.

 camera_inverse_extrinsic = inv([Rc Tc;0 0 0 1]) #where Rc and Tc are camera pose 
 components

Intrínseca e distorção

Algumas câmeras, como câmeras pinhole ou olho de peixe, podem apresentar distorção significativa 
nas fotos. Essa distorção pode ser corrigida usando coeficientes de distorção e a distância focal 
da câmera. Para saber mais, consulte Calibração da câmera com o OpenCV na documentação do 
OpenCV.
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Há dois tipos de distorção que o Ground Truth pode corrigir: distorção radial e distorção tangencial.

A distorção radial ocorre quando os raios de luz se dobram mais perto das bordas de uma lente 
do que em seu centro óptico. Quanto menor a lente, maior a distorção. A presença da distorção 
radial se manifesta na forma do efeito barril ou olho de peixe e o Ground Truth usa a Fórmula 1 para 
corrigir a distorção.

Fórmula 1:

A distorção tangencial ocorre porque as lentes usadas para capturar as imagens não estão 
perfeitamente em paralelo em relação ao plano da imagem. Isso pode ser corrigido com a Fórmula 2.

Fórmula 2:

No arquivo manifesto de entrada, você pode fornecer coeficientes de distorção e o Ground Truth 
corrigirá a distorção das imagens. Todos os coeficientes de distorção são flutuantes.

• k1, k2, k3, k4 – coeficientes de distorção radial. Compatíveis com modelos de câmera olho de 
peixe e pinhole.

• p1, p2 – coeficientes de distorção tangencial. Compatíveis com modelos de câmera pinhole.

Se a distorção já estiver corrigida nas imagens, todos os coeficientes de distorção devem ser 0 no 
manifesto de entrada.

A fim de reconstruir corretamente a imagem corrigida, o Ground Truth faz uma conversão de 
unidade das imagens com base em distâncias focais. Se uma distância focal comum for usada 
com determinada relação de aspecto para ambos os eixos, como 1, na fórmula superior teremos 
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uma única distância focal. A matriz que contém esses quatro parâmetros é chamada de matriz de 
calibração intrínseca na câmera.

Embora os coeficientes de distorção sejam os mesmos, independentemente das resoluções de 
câmera usadas, eles devem ser dimensionados com a resolução atual da resolução calibrada.

Veja a seguir os valores flutuantes.

• fx – distância focal na direção x.

• fy – distância focal na direção y.

• cx – coordenada x do ponto principal.

• cy – coordenada y do ponto principal.

O Ground Truth usa a câmera extrínseca e a câmera intrínseca para calcular métricas de 
visualização, conforme mostrado no bloco de código a seguir, para transformar rótulos entre a cena 
3D e imagens 2D.

def generate_view_matrix(intrinsic_matrix, extrinsic_matrix): 
    intrinsic_matrix = np.c_[intrinsic_matrix, np.zeros(3)] 
    view_matrix = np.matmul(intrinsic_matrix, extrinsic_matrix) 
    view_matrix = np.insert(view_matrix, 2, np.array((0, 0, 0, 1)), 0) 
    return view_matrix

Dados de entrada do quadro de vídeo

Ao criar um trabalho de detecção de objetos de quadro de vídeo ou rotulagem de rastreamento de 
objetos, você pode escolher arquivos de vídeo (arquivos MP4) ou quadros de vídeo para dados 
de entrada. Todas as tarefas do operador são criadas usando quadros de vídeo; portanto, se você 
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escolher arquivos de vídeo, use a ferramenta de extração de quadros do Ground Truth para extrair 
quadros de vídeo (imagens) dos arquivos de vídeo.

Para ambas as opções, você pode usar a opção de Configuração automatizada de dados na seção 
Ground Truth do console do Amazon SageMaker para configurar uma conexão entre o Ground Truth 
e os dados de entrada no Amazon S3 para que o Ground Truth saiba onde procurar os dados de 
entrada ao criar as tarefas de rotulagem. Isso cria e armazena um arquivo manifesto de entrada 
no local de entrada do conjunto de dados do Amazon S3. Para saber mais, consulte Configuração 
automatizada de dados de entrada do quadro de vídeo.

Como alternativa, você pode criar manualmente arquivos de sequência para cada sequência de 
quadros de vídeo que quiser rotular e fornecer a localização do Amazon S3 de um arquivo manifesto 
de entrada que faça referência a cada um desses arquivos de sequências usando a chave source-
ref. Para saber mais, consulte Criar um arquivo manifesto de entrada de quadros de vídeo.

Tópicos

• Escolha arquivos de vídeo ou quadros de vídeo para dados de entrada

• Configuração de dados de entrada

Escolha arquivos de vídeo ou quadros de vídeo para dados de entrada

Ao criar um trabalho de detecção de objetos de quadro de vídeo ou rotulagem de rastreamento de 
objetos, você pode fornecer uma sequência de quadros de vídeo (imagens) ou usar o console do 
Amazon SageMaker para que o Ground Truth extraia automaticamente os quadros de vídeo dos 
arquivos de vídeo. Use as seguintes seções para saber mais sobre essas opções.

Fornecer quadros de vídeo

Os quadros de vídeo são sequências de imagens extraídas de um arquivo de vídeo. É possível criar 
um trabalho de rotulagem do Ground Truth para que os operadores rotulem várias sequências de 
quadros de vídeo. Cada sequência é composta por imagens extraídas de um único vídeo.

Para criar um trabalho de rotulagem usando sequências de quadros de vídeo, você deve armazenar 
cada sequência usando um prefixo de nome de chave exclusivo no Amazon S3. No console do 
Amazon S3, os prefixos do nome principais são pastas. Portanto, no console do Amazon S3, cada 
sequência de quadros de vídeo deve estar localizada em sua própria pasta no Amazon S3.

Por exemplo, se você tiver duas sequências de quadros de vídeo, poderá usar os prefixos do nome 
da chave sequence1/ e sequence2/ identificar suas sequências. Neste exemplo, as sequências 
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podem estar localizadas em s3://DOC-EXAMPLE-BUCKET/video-frames/sequence1/ e
s3://DOC-EXAMPLE-BUCKET/video-frames/sequence2/.

Se você estiver usando o console do Ground Truth para criar um arquivo manifesto de entrada, 
todos os prefixos de nome de chave de sequência devem estar no mesmo local no Amazon S3. Por 
exemplo, no console do Amazon S3, cada sequência pode estar em uma pasta em s3://DOC-
EXAMPLE-BUCKET/video-frames/. Neste exemplo, a primeira sequência de quadros de vídeo 
(imagens) pode estar localizada em s3://DOC-EXAMPLE-BUCKET/video-frames/sequence1/
e a segunda sequência pode estar localizada em s3://DOC-EXAMPLE-BUCKET/video-frames/
sequence2/.

Important

Mesmo que você tenha apenas uma única sequência de quadros de vídeo que deseja que 
os operadores rotulem, essa sequência deve ter um prefixo do nome de chave no Amazon 
S3. Se você estiver usando o console Amazon S3, isso significa que a sequência está 
localizada em uma pasta. Ela não pode estar localizada na raiz do bucket do S3.

Ao criar tarefas de trabalho usando sequências de quadros de vídeo, o Ground Truth usa uma 
sequência por tarefa. Em cada tarefa, o Ground Truth ordena os quadros de vídeo usando a ordem 
binária UTF-8.

Por exemplo, os quadros de vídeo podem estar na seguinte ordem no Amazon S3:

[0001.jpg, 0002.jpg, 0003.jpg, ..., 0011.jpg]

Eles são organizados na mesma ordem na tarefa do operador: 0001.jpg, 0002.jpg, 
0003.jpg, ..., 0011.jpg.

Os quadros também podem ser ordenados usando uma convenção de nomenclatura como a 
seguinte:

[frame1.jpg, frame2.jpg, ..., frame11.jpg]

Nesse caso, frame10.jpg e frame11.jpg vêm antes de frame2.jpg na tarefa do operador. 
O operador vê os quadros de vídeo na seguinte ordem: frame1.jpg, frame10.jpg, 
frame11.jpg, frame2.jpg, ..., frame9.jpg.
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Fornecer arquivos de vídeo

É possível usar o recurso de divisão de quadros do Ground Truth ao criar um novo trabalho de 
rotulagem no console para extrair quadros de vídeo de arquivos de vídeo (arquivos MP4). Uma série 
de quadros de vídeo extraídos de um único arquivo de vídeo é chamada de sequência de quadros 
de vídeo.

É possível fazer com que o Ground Truth extraia automaticamente todos os quadros, até 2.000, do 
vídeo ou pode especificar uma frequência para a extração de quadros. Por exemplo, você pode fazer 
com que o Ground Truth faça a extração a cada 10 quadros de vídeos.

É possível fornecer até 50 vídeos ao usar a configuração automatizada de dados para extrair 
quadros. No entanto, o arquivo manifesto de entrada não pode fazer referência a mais de 10 
arquivos de sequência de quadros de vídeo ao criar um trabalho de rastreamento de objetos de 
quadro de vídeo e rotulagem de detecção de objetos de quadro de vídeo. Se você usar a ferramenta 
do console de configuração automatizada de dados para extrair quadros de vídeo de mais de 10 
arquivos de vídeo, precisará modificar o arquivo manifesto gerado pela ferramenta ou criar um novo 
para incluir 10 arquivos de sequência de quadros de vídeo ou menos. Para saber mais sobre essas 
cotas, consulte Nuvem de pontos 3D e cotas de trabalho para etiquetagem de quadros de vídeo.

Para usar a ferramenta de extração de quadros de vídeo, consulte Configuração automatizada de 
dados de entrada do quadro de vídeo.

Quando todos os quadros de vídeo tiverem sido extraídos com sucesso dos vídeos, você verá o 
seguinte no local de entrada do conjunto de dados do S3:

• Um prefixo do nome da chave (uma pasta no console do Amazon S3) com o nome de cada vídeo. 
Cada um desses prefixos leva a:

• Uma sequência de quadros de vídeo extraída do vídeo usada para nomear esse prefixo.

• Um arquivo de sequência usado para identificar todas as imagens que compõem essa 
sequência.

• Um arquivo manifesto de entrada com uma extensão .manifest. Isso identifica todos os arquivos de 
sequência que serão usados para criar o trabalho de rotulagem.

Todos os quadros extraídos de um único arquivo de vídeo são usados para uma tarefa de rotulagem. 
Se você extrair quadros de vídeo de vários arquivos de vídeo, várias tarefas serão criadas para o 
trabalho de rotulagem, uma para cada sequência de quadros de vídeo.
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O Ground Truth armazena cada sequência de quadros de vídeo que ele extrai no local do Amazon 
S3 para conjuntos de dados de entrada usando um prefixo de nome de chave exclusivo. No console 
do Amazon S3, os prefixos do nome principais são pastas.

Configuração de dados de entrada

Ao criar um trabalho de rotulagem de quadros de vídeo, você precisa informar à Ground Truth onde 
procurar os dados de entrada. É possível fazer isso de duas formas:

• É possível armazenar os dados de entrada no Amazon S3 e fazer com que o Ground Truth detecte 
automaticamente o conjunto de dados de entrada usado para o trabalho de rotulagem. Saiba mais 
sobre essa opção em Configuração automatizada de dados de entrada do quadro de vídeo.

• É possível criar um arquivo manifesto de entrada e arquivos de sequência e enviá-los para o 
Amazon S3. Saiba mais sobre essa opção em Configuração manual de dados de entrada.

Tópicos

• Configuração automatizada de dados de entrada do quadro de vídeo

• Configuração manual de dados de entrada

Configuração automatizada de dados de entrada do quadro de vídeo

É possível usar a configuração automatizada de dados do Ground Truth para detectar 
automaticamente arquivos de vídeo no bucket do Amazon S3 e extrair quadros de vídeo desses 
arquivos. Para saber como, consulte Fornecer arquivos de vídeo.

Se você já tem quadros de vídeo no Amazon S3, você pode usar a configuração automatizada de 
dados para usar esses quadros de vídeo em no trabalho de rotulagem. Para essa opção, todos os 
quadros de vídeo de um único vídeo devem ser armazenados usando um prefixo exclusivo. Para 
saber mais sobre os requisitos para usar essa opção, consulte Fornecer quadros de vídeo.

Selecione uma das seções a seguir para saber como configurar a conexão automática do conjunto 
de dados de entrada com o Ground Truth.

Fornecer arquivos de vídeo e extrair quadros

Use o procedimento a seguir para conectar os arquivos de vídeo ao Ground Truth e extrair 
automaticamente os quadros de vídeo desses arquivos para tarefas de detecção de objetos de 
quadro de vídeo e rotulagem de rastreamento de objetos.
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Note

Se você usar a ferramenta do console de configuração automatizada de dados para extrair 
quadros de vídeo de mais de 10 arquivos de vídeo, precisará modificar o arquivo manifesto 
gerado pela ferramenta ou criar um novo para incluir 10 arquivos de sequência de quadros 
de vídeo ou menos. Para saber mais, consulte Fornecer arquivos de vídeo.

Certifique-se de que os arquivos de vídeo estejam armazenados em um bucket do Amazon S3 na 
mesma região da AWS em que você executa a configuração automatizada de dados.

Conecte automaticamente os arquivos de vídeo no Amazon S3 com o Ground Truth e extraia 
quadros de vídeo:

1. Navegue até a página Criar trabalho de rotulagem no console do Amazon SageMaker: https://
console.aws.amazon.com/sagemaker/groundtruth.

Os buckets S3 de entrada e saída devem estar localizados na mesma região da AWS em que 
você criou o trabalho de rotulagem. Este link o coloca na região da AWS da Virgínia do Norte 
(Leste dos EUA-1). Se os dados de entrada estiverem em um bucket do Amazon S3 em outra 
região, mude para essa região. A mudar a região da AWS, na barra de navegação, escolha o 
nome da região exibida no momento.

2. Selecione Criar trabalho de rotulagem.

3. Insira um nome de trabalho.

4. Na seção Configuração de dados de entrada, selecione Configuração automatizada de dados.

5. Insira um URI do Amazon S3 para a localização do S3 para conjuntos de dados de entrada. Um 
URI do S3 tem a seguinte aparência: s3://DOC-EXAMPLE-BUCKET/path-to-files/. Esse 
URI deve mostrar o local do Amazon S3 em que os arquivos de vídeo são armazenados.

6. Especifique a localização no S3 para conjuntos de dados de saída. Esse é o local onde os 
dados de saída são armazenados. É possível optar por armazenar os dados de saída no Mesmo 
local do conjunto de dados de entrada ou Especificar novo local e inserir o URI do S3 do local 
em que deseja armazenar os dados de saída.

7. Escolha Arquivos de vídeo para o tipo de dados usando a lista suspensa.

8. Escolha Sim, extraia os quadros para tarefas de rastreamento e detecção de objetos.

9. Escolha um método de extração de quadros.
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• Quando você escolhe Usar todos os quadros extraídos do vídeo para criar uma tarefa de 
rotulagem, o Ground Truth extrai todos os quadros de cada vídeo na localização do S3 para 
conjuntos de dados de entrada, até 2.000 quadros. Se um vídeo no conjunto de dados de 
entrada contiver mais de 2.000 quadros, os primeiros 2.000 serão extraídos e usados para 
essa tarefa de rotulagem.

• Quando você escolhe Usar cada quadro x de um vídeo para criar uma tarefa de rotulagem, o 
Ground Truth extrai cada xésimo quadro de cada vídeo na localização do S3 para conjuntos de 
dados de entrada.

Por exemplo, se o vídeo tiver 2 segundos de duração e uma taxa de quadros de 30 quadros 
por segundo, haverá 60 quadros no vídeo. Se você especificar 10 aqui, o Ground Truth 
extrairá cada 10.º quadro do vídeo. Isso significa que o 1.º, 10.º, 20.º, 30.º, 40.º, 50.º e 60.º 
quadros são extraídos.

10. Escolha ou crie uma função de execução do IAM. Certifique-se de que essa função tenha 
permissão para acessar os locais do Amazon S3 para obter dados de entrada e saída 
especificados nas etapas 5 e 6.

11. Selecione Configuração completa de dados.

Fornecer quadros de vídeo

Use o procedimento a seguir para conectar as sequências de quadros de vídeo ao Ground Truth 
para tarefas de detecção de objetos de quadro de vídeo e rotulagem de rastreamento de objetos.

Certifique-se de que os quadros de vídeo estejam armazenados em um bucket do Amazon S3 
na mesma região da AWS em que você executa a configuração automatizada de dados. Cada 
sequência de quadros de vídeo deve ter um prefixo exclusivo. Por exemplo, se você tiver duas 
sequências armazenadas em s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/, 
cada uma deverá ter um prefixo exclusivo, como sequence1 e sequence2 e ambas devem estar 
localizadas diretamente abaixo do prefixo /sequences/. No exemplo acima, a localização dessas 
duas sequências é: s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/sequence1/ e
s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/sequence2/.

Conecte automaticamente o quadro de vídeo no Amazon S3 com o Ground Truth:

1. Navegue até a página Criar trabalho de rotulagem no console do Amazon SageMaker: https://
console.aws.amazon.com/sagemaker/groundtruth.
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Os buckets S3 de entrada e saída devem estar localizados na mesma região da AWS em que 
você criou o trabalho de rotulagem. Este link o coloca na região da AWS da Virgínia do Norte 
(Leste dos EUA-1). Se os dados de entrada estiverem em um bucket do Amazon S3 em outra 
região, mude para essa região. A mudar a região da AWS, na barra de navegação, escolha o 
nome da região exibida no momento.

2. Selecione Criar trabalho de rotulagem.

3. Insira um nome de trabalho.

4. Na seção Configuração de dados de entrada, selecione Configuração automatizada de dados.

5. Insira um URI do Amazon S3 para a localização do S3 para conjuntos de dados de entrada.

Esse deve ser o local do Amazon S3 em que as sequências são armazenadas. Por exemplo, se 
você tiver duas sequências armazenadas em s3://DOC-EXAMPLE-BUCKET/video-frames/
sequences/sequence1/, s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/
sequence2/, insira s3://DOC-EXAMPLE-BUCKET/video-frames/sequences/ aqui.

6. Especifique a localização no S3 para conjuntos de dados de saída. Esse é o local onde os 
dados de saída são armazenados. É possível optar por armazenar os dados de saída no Mesmo 
local do conjunto de dados de entrada ou Especificar novo local e inserir o URI do S3 do local 
em que deseja armazenar os dados de saída.

7. Escolha quadros de vídeo para o tipo de dados usando a lista suspensa.

8. Escolha ou crie uma função de execução do IAM. Certifique-se de que essa função tenha 
permissão para acessar os locais do Amazon S3 para obter dados de entrada e saída 
especificados nas etapas 5 e 6.

9. Selecione Configuração completa de dados.

Esses procedimentos criarão um manifesto de entrada no local do Amazon S3 para conjuntos de 
dados de entrada que você especificou na etapa 5. Se você estiver criando um trabalho de rotulagem 
usando a API do SageMaker ou AWS CLI, ou um SDK AWS, use o URI do Amazon S3 para esse 
arquivo manifesto de entrada como entrada para o parâmetro ManifestS3Uri.

Configuração manual de dados de entrada

Escolha a opção de configuração manual de dados se você tiver criado arquivos de sequência para 
cada uma das sequências de quadros de vídeo e um arquivo manifesto listando referências a esses 
arquivos de sequências.
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Criar um arquivo manifesto de entrada de quadros de vídeo

O Ground Truth usa o arquivo manifesto de entrada para identificar a localização do conjunto de 
dados de entrada ao criar tarefas de rotulagem. Para trabalhos de detecção de objetos de quadro de 
vídeo e rotulagem de rastreamento de objetos, cada linha no arquivo manifesto de entrada identifica 
a localização de um arquivo de sequência de quadros de vídeo. Cada arquivo de sequência identifica 
as imagens incluídas em uma única sequência de quadros de vídeo.

Use esta página para aprender como criar um arquivo de sequência de quadros de vídeo e um 
arquivo manifesto de entrada para trabalhos de rastreamento de objetos de quadro de vídeo e 
rotulagem de detecção de objetos.

Se você quiser que o Ground Truth gere automaticamente os arquivos de sequência e arquivo 
manifesto de entrada, consulte Configuração automatizada de dados de entrada do quadro de vídeo.

Criar um manifesto de entrada de sequência de quadros de vídeo

No arquivo manifesto de entrada da sequência de quadros de vídeo, cada linha no manifesto é 
um objeto JSON, com uma chave "source-ref" que faz referência a um arquivo de sequência. 
Cada arquivo de sequência identifica a localização de uma sequência de quadros de vídeo. Essa é 
a formatação do arquivo manifesto necessária para todos os trabalhos de rotulagem de quadros de 
vídeo.

O exemplo a seguir demonstra a sintaxe usada para um arquivo manifesto de entrada.

{"source-ref": "s3://DOC-EXAMPLE-BUCKET/example-folder/seq1.json"}
{"source-ref": "s3://DOC-EXAMPLE-BUCKET/example-folder/seq2.json"}

Criar um arquivo de sequência de quadros de vídeo

Os dados de cada sequência de quadros de vídeos precisam ser armazenados em um objeto de 
dados JSON. Veja a seguir um exemplo do formato utilizado para um arquivo de sequência. As 
informações sobre cada quadro são incluídas como um objeto JSON e estão relacionadas na lista
frames. O objeto JSON foi expandido para facilitar a leitura

{ 
 "seq-no": 1, 
 "prefix": "s3://mybucket/prefix/video1/", 
 "number-of-frames": 3, 
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 "frames":[ 
   {"frame-no": 1, "unix-timestamp": 1566861644, "frame": "frame0001.jpg" }, 
   {"frame-no": 2, "unix-timestamp": 1566861644, "frame": "frame0002.jpg" },  
   {"frame-no": 3, "unix-timestamp": 1566861644, "frame": "frame0003.jpg" }    
 ]
}

A tabela a seguir fornece detalhes sobre os parâmetros mostrados no exemplo desse código.

Parâmetro Obrigatório Valores aceitos Descrição

seq-no Sim Inteiro O número ordenado 
da sequência.

prefix Sim Segmento

Valores aceitos:

s3://<bucket-n 
ame> /<prefix>/

O local do Amazon 
S3 onde os arquivos 
de sequência estão 
localizados.

O prefixo deve 
terminar com uma 
barra: /.

number-of-
frames

Sim Inteiro O número total de 
quadros incluídos no 
arquivo de sequência 
. Esse número deve 
corresponder ao 
número total de 
quadros listados no 
parâmetro frames na 
próxima linha.

frames Sim Lista de objetos JSON

Obrigatório:

frame-no, frame

Opcional:

Uma lista de dados 
de quadros. O 
comprimento da 
lista deve ser igual 
ao number-of-
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Parâmetro Obrigatório Valores aceitos Descrição

unix-timestamp frames. Na interface 
do usuário do 
operador, os quadros 
em uma sequência 
são ordenados na 
ordem binária UTF-8. 
Para saber mais 
sobre essa ordem, 
consulte Fornecer 
quadros de vídeo.

frame-no Sim Inteiro O número do pedido 
do quadro. Isso 
determinará a ordem 
de um quadro na 
sequência.

unix-timestamp Não Inteiro O carimbo de data/
hora de unix de um 
quadro. O número de 
segundos desde 1º. 
de janeiro de 1970 
até o horário UTC 
em que o quadro foi 
capturado.

frame Sim Segmento O nome de um 
arquivo de imagem de 
quadro de vídeo.

Dados de saída

A saída de um trabalho de rotulagem é colocada no local Amazon S3 especificado no console ou na 
chamada para a operação CreateLabelingJob. Os dados de saída aparecem nesse local quando os 
trabalhadores enviam uma ou mais tarefas ou quando as tarefas expiram. Observe que pode levar 
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alguns minutos para que os dados de saída apareçam no Amazon S3 depois que o trabalhador envia 
a tarefa ou a tarefa expira.

Cada linha no arquivo de dados de saída é idêntica ao arquivo de manifesto com a adição de 
um atributo e um valor para o rótulo atribuído ao objeto de entrada. O nome do atributo para o 
valor é definido no console ou na chamada para a operação CreateLabelingJob. Você não 
pode usar -metadata no nome de atributo do rótulo. Se você estiver executando um trabalho de 
segmentação de semântica de imagem, de segmentação de semântica de nuvem de pontos 3D ou 
de rastreamento de objetos de nuvem de pontos 3D, o atributo de rótulo deve terminar com -ref. 
Para qualquer outro tipo de trabalho, o nome do atributo não pode terminar com -ref.

A saída do trabalho de rotulagem é o valor do par de chave-valor com o rótulo. O rótulo e o valor 
substituem quaisquer dados JSON existentes no arquivo de entrada pelo novo valor.

Por exemplo, veja a seguir a saída de um trabalho de rotulagem de classificação de imagem em 
que os arquivos de dados de entrada foram armazenados em um AWSDOC-EXAMPLE-BUCKET do 
Amazon S3 e o nome de atributo do rótulo foi definido como sport. Neste exemplo, o objeto JSON é 
formatado para legibilidade, no arquivo de saída real, e o objeto JSON está em uma única linha. Para 
obter mais informações sobre o formato de dados, consulte Linhas JSON.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/image_example.png", 
    "sport":0, 
    "sport-metadata": 
    { 
        "class-name": "football", 
        "confidence": 0.00, 
        "type":"groundtruth/image-classification", 
        "job-name": "identify-sport", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256" 
    }
}

O valor do rótulo pode ser qualquer JSON válido. Nesse caso, o valor do rótulo é o índice da classe 
na lista de classificação. Outros tipos de trabalho, como caixa delimitadora, possuem valores mais 
complexos.

Qualquer par de chave/valor no arquivo de manifesto de entrada diferente do atributo de rótulo 
permanece inalterado no arquivo de saída. Você pode usar isso para transmitir dados ao seu 
aplicativo.
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A saída de um trabalho de rotulagem pode ser usada como entrada para outro trabalho de 
rotulagem. Ela pode ser usada quando você estiver encadeando trabalhos de rotulagem. Por 
exemplo, pode enviar um trabalho de rotulagem para determinar o esporte que está sendo praticado. 
Em seguida, você envia outro usando os mesmos dados para determinar se o esporte está sendo 
praticado em ambientes fechados ou ao ar livre. Usando os dados de saída do primeiro trabalho 
como o manifesto do segundo trabalho, você pode consolidar os resultados dos dois trabalhos em 
um único arquivo de saída para facilitar o processamento pelos seus aplicativos.

O arquivo de dados de saída é gravado no local de saída periodicamente enquanto o trabalho 
está em andamento. Esses arquivos intermediários contêm uma linha para cada linha no arquivo 
manifesto. Se um objeto estiver rotulado, o rótulo será incluído. Se o objeto não tiver sido rotulado, 
ele será gravado no arquivo de saída intermediário de forma idêntica ao arquivo de manifesto.

Diretórios de saída

O Ground Truth cria vários diretórios no caminho de saída do Amazon S3. Esses diretórios contêm 
os resultados do seu trabalho de rotulagem e outros artefatos do trabalho. O diretório de nível 
superior de um trabalho de rotulagem recebe o mesmo nome do seu trabalho de rotulagem; os 
diretórios de saída são colocados abaixo dele. Por exemplo, se você nomeou seu trabalho de 
rotulagem como find-people, sua saída estará nos seguintes diretórios:

s3://AWSDOC-EXAMPLE-BUCKET/find-people/activelearning
s3://AWSDOC-EXAMPLE-BUCKET/find-people/annotations
s3://AWSDOC-EXAMPLE-BUCKET/find-people/inference
s3://AWSDOC-EXAMPLE-BUCKET/find-people/manifests
s3://AWSDOC-EXAMPLE-BUCKET/find-people/training 
             

Cada diretório contém a seguinte saída:

Diretório de aprendizagem ativa

O diretório activelearning só está presente quando você usa a rotulagem de dados 
automatizada. Ele contém o conjunto de validação de entrada e saída para rotulagem de dados 
automatizada e a pasta de entrada e saída para dados automaticamente rotulados.

Diretório annotations

O diretório annotations contém todas as anotações feitas pela força de trabalho. Estas são as 
respostas de trabalhadores individuais que não foram consolidadas em um único rótulo para o objeto 
de dados.
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Há três subdiretórios no diretório annotations.

• O primeiro, worker-response, contém as respostas dos operadores individuais. Ele contém 
um subdiretório para cada iteração, que, por sua vez, contém um subdiretório para cada objeto 
de dados nessa iteração. Os dados de resposta do trabalhador para cada objeto de dados 
são armazenados em um arquivo JSON com carimbo de data e hora que contém as respostas 
enviadas por cada trabalhador para esse objeto de dados e, se você usa uma força de trabalho 
privada, metadados sobre esses trabalhadores. Para saber mais sobre este metadado, consulte
Metadados do operador.

• O segundo, consolidated-annotation, contém informações necessárias para consolidar as 
anotações no lote atual em rótulos para os objetos de dados.

• O terceiro, intermediate, contém o manifesto de saída para o lote atual com qualquer rótulo 
completo. Esse arquivo é atualizado conforme o rótulo de cada objeto de dados é concluído.

Note

Recomendamos não usar arquivos que não estejam mencionados na documentação.

Diretório inference

O diretório inference só está presente quando você usa a rotulagem de dados automatizada. O 
diretório contém os arquivos de entrada e saída para a transformação em lote do SageMaker ao 
rotular objetos de dados.

Diretório manifest

O diretório manifest contém o manifesto de saída do seu trabalho de rotulagem. Há um 
subdiretório no diretório de manifesto, output. O diretório output contém o arquivo manifesto de 
saída para o trabalho de rotulagem. O arquivo se chama output.manifest.

Diretório training

O diretório training só está presente quando você usa a rotulagem de dados automatizada. O 
diretório contém os arquivos de entrada e saída utilizados para treinar o modelo de rotulagem de 
dados automatizada.
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Escore de confiança

Quando você tem mais de um operador anotando uma única tarefa, seu rótulo resulta da 
consolidação da anotação. O Ground Truth calcula um escore de confiança para cada rótulo. 
Uma pontuação de confiança é um número entre 0 e 1 que indica a confiança do Ground Truth no 
rótulo. Você pode usar o escore de confiança para comparar objetos de dados rotulados entre si e 
identificar os rótulos menos seguros ou mais confiáveis.

Você não deve interpretar o valor de uma pontuação de confiança como um valor absoluto ou 
comparar pontuações de confiança entre trabalhos de rotulagem. Por exemplo, se todos os escores 
de confiança estiverem entre 0,98 e 0,998, você só deverá comparar os objetos de dados entre si, 
sem confiar nos escores de confiança altos.

Você não deve comparar os escores de confiança de objetos de dados com rotulagem humana 
e objetos de dados automaticamente rotulados. Os escores de confiança para humanos são 
calculados usando a função de consolidação de anotações para a tarefa. As pontuações de 
confiança para rotulagem automatizada são calculados usando um modelo que incorpora recursos 
de objeto. Os dois modelos geralmente têm escalas diferentes e confiança média.

Para um trabalho de rotulagem de caixa delimitadora, o Ground Truth calcula uma pontuação 
de confiança por caixa. Você pode comparar os escores de confiança em uma imagem ou entre 
imagens para o mesmo tipo de rotulagem (humana ou automática). Não é possível comparar os 
escores de confiança entre trabalhos de rotulagem.

Se um único operador anotar uma tarefa (NumberOfHumanWorkersPerDataObject está definido 
como 1 ou, no console, você inserir 1 para o Número de workers por objeto de conjunto de dados), a 
pontuação de confiança está definida como 0.00.

Metadados do operador

O Ground Truth fornece informações que você pode usar para rastrear trabalhadores individuais nos 
dados de saída da tarefa. Os dados a seguir estão localizados nos diretórios abaixo do worker-
response localizado em Diretório annotations:

• A acceptanceTime é a hora em que o trabalhador aceitou a tarefa. O formato desse carimbo de 
data e hora é YYYY-MM-DDTHH:MM:SS.mmmZ para o ano (YYYY), mês (MM), dia (DD), hora (HH), 
minuto (MM), segundo (SS) e milissegundo (mmm). A data e hora são separadas por um T.

• A submissionTime é a hora em que o trabalhador enviou suas anotações usando o botão
Enviar. O formato desse carimbo de data e hora é YYYY-MM-DDTHH:MM:SS.mmmZ para o ano 
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(YYYY), mês (MM), dia (DD), hora (HH), minuto (MM), segundo (SS) e milissegundo (mmm). A data e 
hora são separadas por um T.

• O timeSpentInSeconds relata o tempo total, em segundos, em que um operador trabalhou 
ativamente nessa tarefa. Essa métrica não inclui o momento em que um trabalhador fez uma 
pausa ou fez uma pausa.

• O workerId é exclusivo para cada operador.

• Se você usa uma força de trabalho privada no workerMetadata, você vê o seguinte.

• O identityProviderType é o serviço usado para gerenciar a força de trabalho privada.

• O issuer é o grupo de usuários do Cognito ou o emissor do provedor de identidade OIDC (IdP) 
associado à equipe de trabalho designada para essa tarefa de revisão humana.

• Um identificador exclusivo sub que se refere ao operador. Se você criar uma força de trabalho 
usando o Amazon Cognito, poderá recuperar detalhes sobre esse trabalhador (como nome 
ou nome de usuário) usando esse ID usando o Amazon Cognito. Para saber como, consulte
Gerenciamento e pesquisa de contas de usuários no Guia do desenvolvedor do Amazon 
Cognito.

Veja a seguir um exemplo do resultado que você pode ver se usar o Amazon Cognito para criar uma 
força de trabalho privada. Isso é identificado no identityProviderType.

"submissionTime": "2020-12-28T18:59:58.321Z",
"acceptanceTime": "2020-12-28T18:59:15.191Z",  
"timeSpentInSeconds": 40.543,
"workerId": "a12b3cdefg4h5i67",
"workerMetadata": { 
    "identityData": { 
        "identityProviderType": "Cognito", 
        "issuer": "https://cognito-idp.aws-region.amazonaws.com/aws-region_123456789", 
        "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee" 
    }
}

A seguir está um exemplo do workerMetadata que você pode ver se usar seu próprio IdP do OIDC 
para criar uma força de trabalho privada:

"workerMetadata": { 
        "identityData": { 
            "identityProviderType": "Oidc", 
            "issuer": "https://example-oidc-ipd.com/adfs", 
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            "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee" 
        }
}

Para saber mais sobre como usar forças de trabalho privadas, consulte Usar uma força de trabalho 
privada.

Metadados de saída

A saída de cada trabalho contém metadados sobre o rótulo atribuído aos objetos de dados. Esses 
elementos são os mesmos para todos os trabalhos, com pequenas variações. O exemplo a seguir 
mostra os elementos de metadados:

    "confidence": 0.00, 
    "type": "groundtruth/image-classification", 
    "job-name": "identify-animal-species", 
    "human-annotated": "yes", 
    "creation-date": "2020-10-18T22:18:13.527256"

Os elementos têm o seguinte significado:

• confidence – a confiança que o Ground Truth tem de que o rótulo está correto. Para obter mais 
informações, consulte Escore de confiança.

• type – o tipo de trabalho de classificação. Para tipos de trabalho, consulte Tipos de tarefa 
integrados.

• job-name – o nome atribuído ao trabalho quando ele foi criado.

• human-annotated – indica se o objeto de dados foi rotulado por uma pessoa ou pela rotulagem 
de dados automatizada. Para obter mais informações, consulte Automatizar a rotulagem de dados.

• creation-date – a data e hora em que o rótulo foi criado.

Saída do trabalho de classificação

Veja a seguir exemplos de saída (arquivos manifesto de saída) de um trabalho de classificação de 
imagens e um trabalho de classificação de texto. Eles incluem o rótulo que o Ground Truth atribuiu 
ao objeto de dados, o valor do rótulo e os metadados que descrevem o rótulo.

Além dos elementos de metadados padrão, os metadados de um trabalho de classificação incluem o 
valor de texto da classe do rótulo. Para obter mais informações, consulte Classificação de imagens - 
MXNet.
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O texto em vermelho e itálico nos exemplos a seguir depende das especificações do trabalho de 
rotulagem e dos dados de saída.

{ 
    "source-ref":"s3://AWSDOC-EXAMPLE-BUCKET/example_image.jpg", 
    "species":"0", 
    "species-metadata": 
    { 
        "class-name": "dog", 
        "confidence": 0.00, 
        "type": "groundtruth/image-classification", 
        "job-name": "identify-animal-species", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256" 
    }
}

{ 
    "source":"The food was delicious", 
    "mood":"1", 
    "mood-metadata": 
    { 
        "class-name": "positive", 
        "confidence": 0.8, 
        "type": "groundtruth/text-classification", 
        "job-name": "label-sentiment", 
        "human-annotated": "yes", 
        "creation-date": "2020-10-18T22:18:13.527256" 
    }
}

Saída do trabalho de classificação com vários rótulos

Veja a seguir exemplos de arquivos manifesto de saída de um trabalho de classificação de imagens 
com vários rótulos e um trabalho de classificação de texto com vários rótulos. Eles incluem os rótulos 
que o Ground Truth atribuiu ao objeto de dados (por exemplo, a imagem ou a parte do texto) e 
metadados que descrevem os rótulos que o operador viu ao concluir a tarefa de rotulagem.

O parâmetro de nome de atributo do rótulo (por exemplo, image-label-attribute-name) 
contém uma matriz de todos os rótulos selecionados por pelo menos um dos operadores 
que concluíram essa tarefa. Esta matriz contém chaves inteiras (por exemplo, [1,0,8]) que 
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correspondem aos rótulos encontrados em class-map. No exemplo de classificação de imagens 
com vários rótulos, bicycle, person e clothing foram selecionados por pelo menos um dos 
operadores que concluíram a tarefa de rotulagem da imagem, exampleimage.jpg.

O confidence-map mostra a pontuação de confiança que o Ground Truth atribuiu a cada rótulo 
selecionado por um operador. Para saber mais sobre pontuações de confiança do Ground Truth, 
consulte Escore de confiança.

O texto em vermelho e itálico nos exemplos a seguir depende das especificações do trabalho de 
rotulagem e dos dados de saída.

Veja a seguir um exemplo de um arquivo manifesto de saída de classificação de imagens com vários 
rótulos.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_image.jpg", 
    "image-label-attribute-name":[1,0,8], 
    "image-label-attribute-name-metadata": 
       { 
        "job-name":"labeling-job/image-label-attribute-name", 
        "class-map": 
            { 
                "1":"bicycle","0":"person","8":"clothing" 
            }, 
        "human-annotated":"yes", 
        "creation-date":"2020-02-27T21:36:25.000201", 
        "confidence-map": 
            { 
                "1":0.95,"0":0.77,"8":0.2
            }, 
        "type":"groundtruth/image-classification-multilabel" 
        }
}

Veja a seguir um exemplo de um arquivo manifesto de saída de classificação de texto com vários 
rótulos. Neste exemplo, approving, sad e critical foram selecionados por pelo menos um dos 
operadores que concluíram a tarefa de rotulagem do objeto exampletext.txt encontrado em
AWSDOC-EXAMPLE-BUCKET.

{ 
    "source-ref": "AWSDOC-EXAMPLE-BUCKET/text_file.txt", 
    "text-label-attribute-name":[1,0,4], 
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    "text-label-attribute-name-metadata": 
       { 
        "job-name":"labeling-job/text-label-attribute-name", 
        "class-map": 
            { 
                "1":"approving","0":"sad","4":"critical" 
            }, 
        "human-annotated":"yes", 
        "creation-date":"2020-02-20T21:36:25.000201", 
        "confidence-map": 
            { 
                "1":0.95,"0":0.77,"4":0.2
            }, 
        "type":"groundtruth/text-classification-multilabel" 
        }
}

Saída de trabalho de caixa delimitadora

Veja a seguir uma saída de exemplo (arquivo manifesto de saída) de um trabalho de caixa 
delimitadora. Para esta tarefa, três caixas delimitadoras são retornadas. O valor do rótulo contém 
informações sobre o tamanho da imagem e a localização das caixas delimitadoras.

O elemento class_id é o índice de classe da caixa na lista de classes disponíveis para a tarefa. O 
elemento de metadados class-map contém o texto da classe.

Os metadados têm uma pontuação de confiança separada para cada caixa delimitadora. Os 
metadados também incluem o elemento class-map que mapeia o class_id para o valor de texto 
da classe. Para obter mais informações, consulte Detecção de objetos - MXNet.

O texto em vermelho e itálico nos exemplos a seguir depende das especificações do trabalho de 
rotulagem e dos dados de saída.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_image.png", 
    "bounding-box-attribute-name": 
    { 
        "image_size": [{ "width": 500, "height": 400, "depth":3}], 
        "annotations": 
        [ 
            {"class_id": 0, "left": 111, "top": 134, 
                    "width": 61, "height": 128}, 
            {"class_id": 5, "left": 161, "top": 250, 
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                     "width": 30, "height": 30}, 
            {"class_id": 5, "left": 20, "top": 20, 
                     "width": 30, "height": 30} 
        ] 
    }, 
    "bounding-box-attribute-name-metadata": 
    { 
        "objects": 
        [ 
            {"confidence": 0.8}, 
            {"confidence": 0.9}, 
            {"confidence": 0.9} 
        ], 
        "class-map": 
        { 
            "0": "dog", 
            "5": "bone" 
        }, 
        "type": "groundtruth/object-detection", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256", 
        "job-name": "identify-dogs-and-toys" 
    } 
 }

A saída de um trabalho de ajuste de caixa delimitadora é semelhante ao JSON a seguir. Observe 
que o JSON original é mantido intacto e dois novos trabalhos são listados, cada um com o nome do 
atributo original precedido por "adjust-".

{ 
    "source-ref": "S3 bucket location", 
    "bounding-box-attribute-name": 
    { 
        "image_size": [{ "width": 500, "height": 400, "depth":3}], 
        "annotations": 
        [ 
            {"class_id": 0, "left": 111, "top": 134, 
                    "width": 61, "height": 128}, 
            {"class_id": 5, "left": 161, "top": 250, 
                     "width": 30, "height": 30}, 
            {"class_id": 5, "left": 20, "top": 20, 
                     "width": 30, "height": 30} 
        ] 
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    }, 
    "bounding-box-attribute-name-metadata": 
    { 
        "objects": 
        [ 
            {"confidence": 0.8}, 
            {"confidence": 0.9}, 
            {"confidence": 0.9} 
        ], 
        "class-map": 
        { 
            "0": "dog", 
            "5": "bone" 
        }, 
        "type": "groundtruth/object-detection", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256", 
        "job-name": "identify-dogs-and-toys" 
    }, 
    "adjusted-bounding-box": 
    { 
        "image_size": [{ "width": 500, "height": 400, "depth":3}], 
        "annotations": 
        [ 
            {"class_id": 0, "left": 110, "top": 135, 
                    "width": 61, "height": 128}, 
            {"class_id": 5, "left": 161, "top": 250, 
                     "width": 30, "height": 30}, 
            {"class_id": 5, "left": 10, "top": 10, 
                     "width": 30, "height": 30} 
        ] 
    }, 
    "adjusted-bounding-box-metadata": 
    { 
        "objects": 
        [ 
            {"confidence": 0.8}, 
            {"confidence": 0.9}, 
            {"confidence": 0.9} 
        ], 
        "class-map": 
        { 
            "0": "dog", 
            "5": "bone" 
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        }, 
        "type": "groundtruth/object-detection", 
        "human-annotated": "yes", 
        "creation-date": "2018-11-20T22:18:13.527256", 
        "job-name": "adjust-bounding-boxes-on-dogs-and-toys", 
        "adjustment-status": "adjusted" 
    }
}

Nesta saída, o type do trabalho não muda, mas um campo adjustment-status é adicionado. 
Esse campo tem o valor adjusted ou unadjusted. Se vários operadores revisarem o objeto e 
pelo menos um ajustar o rótulo, o status será adjusted.

Reconhecimento de entidades nomeadas

Veja a seguir um exemplo de arquivo de manifesto de saída de uma tarefa de rotulagem de 
reconhecimento de entidade nomeada (NER). Para essa tarefa, sete entities são retornados.

No manifesto de saída, o objeto JSON, annotations, inclui uma lista das (categorias de rótulos)
labels que você forneceu.

As respostas dos trabalhadores estão em uma lista chamada entities. Cada entidade nesta lista 
é um objeto JSON que contém um valor label que corresponde a um na lista labels, um valor 
inteiro startOffset para o deslocamento Unicode inicial do intervalo rotulado e um valor inteiro
endOffset para o deslocamento Unicode final.

Os metadados têm uma pontuação de confiança separada para cada entidade. Se um único 
trabalhador rotular cada objeto de dados, o valor de confiança de cada entidade será zero.

O texto em vermelho em itálico nos exemplos abaixo depende da rotulagem das entradas do 
trabalho e das respostas dos trabalhadores.

{ 
    "source": "Amazon SageMaker is a cloud machine-learning platform that was launched 
 in November 2017. SageMaker enables developers to create, train, and deploy machine-
learning (ML) models in the cloud. SageMaker also enables developers to deploy ML 
 models on embedded systems and edge-devices", 
    "ner-labeling-job-attribute-name": { 
        "annotations": { 
            "labels": [ 
                { 
                    "label": "Date", 
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                    "shortDisplayName": "dt" 
                }, 
                { 
                    "label": "Verb", 
                    "shortDisplayName": "vb" 
                }, 
                { 
                    "label": "Thing", 
                    "shortDisplayName": "tng" 
                }, 
                { 
                    "label": "People", 
                    "shortDisplayName": "ppl" 
                } 
            ], 
            "entities": [ 
                { 
                    "label": "Thing", 
                    "startOffset": 22, 
                    "endOffset": 53
                }, 
                { 
                    "label": "Thing", 
                    "startOffset": 269, 
                    "endOffset": 281
                }, 
                { 
                    "label": "Verb", 
                    "startOffset": 63, 
                    "endOffset": 71
                }, 
                { 
                    "label": "Verb", 
                    "startOffset": 228, 
                    "endOffset": 234
                }, 
                { 
                    "label": "Date", 
                    "startOffset": 75, 
                    "endOffset": 88
                }, 
                { 
                    "label": "People", 
                    "startOffset": 108, 
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                    "endOffset": 118
                }, 
                { 
                    "label": "People", 
                    "startOffset": 214, 
                    "endOffset": 224
                } 
            ] 
        } 
    }, 
    "ner-labeling-job-attribute-name-metadata": { 
        "job-name": "labeling-job/example-ner-labeling-job", 
        "type": "groundtruth/text-span", 
        "creation-date": "2020-10-29T00:40:39.398470", 
        "human-annotated": "yes", 
        "entities": [ 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            }, 
            { 
                "confidence": 0
            } 
        ] 
    }
}
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Saída da tarefa de verificação de rótulo

A saída (arquivo de manifesto de saída) de um trabalho de verificação de caixa delimitadora tem 
uma aparência diferente da saída de um trabalho de anotação de caixa delimitadora. Isso porque 
os trabalhadores têm um tipo diferente de tarefa. Eles não estão rotulando objetos, mas avaliando 
a precisão da rotulagem anterior, fazendo um julgamento e fornecendo esse julgamento e, talvez, 
alguns comentários.

Se operadores humanos estão verificando ou ajustando rótulos de caixa delimitadora anteriores, a 
saída de uma tarefa de verificação será semelhante ao JSON a seguir. O texto em vermelho e itálico 
nos exemplos a seguir depende das especificações do trabalho de rotulagem e dos dados de saída.

{ 
    "source-ref":"s3://AWSDOC-EXAMPLE-BUCKET/image_example.png", 
    "bounding-box-attribute-name": 
    { 
        "image_size": [{ "width": 500, "height": 400, "depth":3}], 
        "annotations": 
        [ 
            {"class_id": 0, "left": 111, "top": 134, 
                    "width": 61, "height": 128}, 
            {"class_id": 5, "left": 161, "top": 250, 
                     "width": 30, "height": 30}, 
            {"class_id": 5, "left": 20, "top": 20, 
                     "width": 30, "height": 30} 
        ] 
    }, 
    "bounding-box-attribute-name-metadata": 
    { 
        "objects": 
        [ 
            {"confidence": 0.8}, 
            {"confidence": 0.9}, 
            {"confidence": 0.9} 
        ], 
        "class-map": 
        { 
            "0": "dog", 
            "5": "bone" 
        }, 
        "type": "groundtruth/object-detection", 
        "human-annotated": "yes", 
        "creation-date": "2018-10-18T22:18:13.527256", 
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        "job-name": "identify-dogs-and-toys" 
    }, 
    "verify-bounding-box-attribute-name":"1", 
    "verify-bounding-box-attribute-name-metadata": 
    { 
        "class-name": "bad", 
        "confidence": 0.93, 
        "type": "groundtruth/label-verification", 
        "job-name": "verify-bounding-boxes", 
        "human-annotated": "yes", 
        "creation-date": "2018-11-20T22:18:13.527256", 
        "worker-feedback": [ 
            {"comment": "The bounding box on the bird is too wide on the right side."}, 
            {"comment": "The bird on the upper right is not labeled."} 
        ] 
    }
}

Embora o type na saída da caixa delimitadora original tenha sido groundtruth/object-
detection, o novo type será groundtruth/label-verification. Observe também que 
a matriz worker-feedback fornece comentários do operador. Se o operador não fornecer 
comentários, os campos vazios serão excluídos durante a consolidação.

Saída do trabalho de segmentação semântica

Veja a seguir o arquivo manifesto de saída de um trabalho de rotulagem de segmentação de 
semântica. O valor do rótulo desse trabalho é uma referência a um arquivo PNG em um bucket do 
Amazon S3.

Além dos elementos padrão, os metadados do rótulo incluem um mapa de cores que define qual cor 
é usada para rotular a imagem, o nome da classe associada à cor e o escore de confiança de cada 
cor. Para obter mais informações, consulte Algoritmo de segmentação semântica.

O texto em vermelho e itálico nos exemplos a seguir depende das especificações do trabalho de 
rotulagem e dos dados de saída.

{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png", 
    "city-streets-ref": "S3 bucket location", 
    "city-streets-ref-metadata": { 
      "internal-color-map": { 
        "0": { 
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           "class-name": "BACKGROUND", 
           "confidence": 0.9, 
           "hex-color": "#ffffff" 
        }, 
        "1": { 
           "class-name": "buildings", 
           "confidence": 0.9, 
           "hex-color": "#2acf59" 
        }, 
        "2":  { 
           "class-name": "road", 
           "confidence": 0.9, 
           "hex-color": "#f28333" 
       } 
     }, 
     "type": "groundtruth/semantic-segmentation", 
     "human-annotated": "yes", 
     "creation-date": "2018-10-18T22:18:13.527256", 
     "job-name": "label-city-streets", 
     }, 
     "verify-city-streets-ref":"1", 
     "verify-city-streets-ref-metadata": 
     { 
        "class-name": "bad", 
        "confidence": 0.93, 
        "type": "groundtruth/label-verification", 
        "job-name": "verify-city-streets", 
        "human-annotated": "yes", 
        "creation-date": "2018-11-20T22:18:13.527256", 
        "worker-feedback": [ 
            {"comment": "The mask on the leftmost building is assigned the wrong side 
 of the road."}, 
            {"comment": "The curb of the road is not labeled but the instructions say 
 otherwise."} 
        ] 
     }
}

A confiança é pontuada por imagem. As pontuações de confiança são as mesmas em todas as 
classes dentro de uma imagem.

A saída de um trabalho de ajuste de segmentação semântica tem a aparência semelhante ao JSON 
a seguir.
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{ 
    "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png", 
    "city-streets-ref": "S3 bucket location", 
    "city-streets-ref-metadata": { 
      "internal-color-map": { 
        "0": { 
           "class-name": "BACKGROUND", 
           "confidence": 0.9, 
           "hex-color": "#ffffff" 
        }, 
        "1": { 
           "class-name": "buildings", 
           "confidence": 0.9, 
           "hex-color": "#2acf59" 
        }, 
        "2":  { 
           "class-name": "road", 
           "confidence": 0.9, 
           "hex-color": "#f28333" 
       } 
     }, 
     "type": "groundtruth/semantic-segmentation", 
     "human-annotated": "yes", 
     "creation-date": "2018-10-18T22:18:13.527256", 
     "job-name": "label-city-streets", 
     }, 
     "adjusted-city-streets-ref": "s3://AWSDOC-EXAMPLE-BUCKET/example_city_image.png", 
     "adjusted-city-streets-ref-metadata": { 
      "internal-color-map": { 
        "0": { 
           "class-name": "BACKGROUND", 
           "confidence": 0.9, 
           "hex-color": "#ffffff" 
        }, 
        "1": { 
           "class-name": "buildings", 
           "confidence": 0.9, 
           "hex-color": "#2acf59" 
        }, 
        "2":  { 
           "class-name": "road", 
           "confidence": 0.9, 
           "hex-color": "#f28333" 
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       } 
     }, 
     "type": "groundtruth/semantic-segmentation", 
     "human-annotated": "yes", 
     "creation-date": "2018-11-20T22:18:13.527256", 
     "job-name": "adjust-label-city-streets", 
     }
}

Saída de detecção de objetos de quadro de vídeo

Veja a seguir o arquivo manifesto de saída de um trabalho de rotulagem de detecção de objetos. O
texto em vermelho e itálico nos exemplos a seguir depende das especificações do trabalho 
de rotulagem e dos dados de saída.

Além dos elementos padrão, os metadados incluem um classmap que lista cada classe que tem pelo 
menos um rótulo na sequência. Os metadados também incluem job-name qual é o nome que você 
atribuiu ao trabalho de rotulagem. Para tarefas de ajuste, se uma ou mais caixas delimitadoras forem 
modificadas, há um parâmetro adjustment-status nos metadados para fluxos de trabalho de 
auditoria definido como adjusted.

{ 
    "source-ref": "s3://DOC-EXAMPLE-BUCKET/example-path/input-manifest.json", 
    "CarObjectDetection-ref": "s3://AWSDOC-EXAMPLE-BUCKET/output/labeling-job-name/
annotations/consolidated-annotation/output/0/SeqLabel.json", 
    "CarObjectDetection-ref-metadata": { 
        "class-map": { 
            "0": "car", 
            "1": "bus" 
        }, 
        "job-name": "labeling-job/labeling-job-name", 
        "human-annotated": "yes", 
        "creation-date": "2021-09-29T05:50:35.566000", 
        "type": "groundtruth/video-object-detection" 
        }
}

Ground Truth cria um arquivo de sequência de saída para cada sequência de quadros de vídeo 
rotulada. Cada arquivo de sequência de saída contém o seguinte:
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• Todas as anotações para todos os quadros em uma sequência na detection-annotations
lista de objetos JSON.

• Para cada quadro que foi anotado por um trabalhador, o nome do arquivo do quadro (frame), 
o número (frame-no), uma lista de objetos JSON contendo anotações (annotations) e, se 
aplicável, frame-attributes. O nome dessa lista é definido pelo tipo de tarefa que você usa:
polylines, polygons, keypoints e para caixas delimitadoras, annotations.

Cada objeto JSON contém informações sobre uma única anotação e um rótulo associado. A tabela 
a seguir descreve os parâmetros que você verá para cada tipo de tarefa de quadro de vídeo.

Tipo de tarefa Parâmetros

Bounding Box Dimensões da caixa: height e width

Localização do pixel na parte superior da 
caixa e no canto esquerdo: top e left

Ponto principal Vértices de pontos-chave: { "x": int, 
"y": int }

Polígono Uma lista de vértices poligonais: vertices
Vértices poligonais: { "x": int, "y": 
int }

Um polígono tem uma forma fechada e, 
portanto, o primeiro ponto também represent 
ará o último ponto.

Polyline Uma lista de vértices de linha poligonal:
vertices
Vértices de linha poligonal: { "x": int, 
"y": int }

Além dos valores específicos do tipo de tarefa, você verá o seguinte em cada objeto JSON:

• Valores de qualquer um label-category-attributes que tenha sido especificado para 
esse rótulo.
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• O class-id da caixa. Use o class-map no arquivo manifesto de saída para ver para qual 
categoria de rótulo esse ID é mapeado.

A seguir está um exemplo de um SeqLabel.json arquivo de um trabalho de rotulagem de 
detecção de objetos de quadro de vídeo em caixa delimitadora. Esse arquivo estará localizado em
s3://your-output-bucket/output-prefix/annotations/consolidated-annotation/
output/annotation-number/

{ 
    "detection-annotations": [ 
        { 
            "annotations": [ 
                { 
                    "height": 41, 
                    "width": 53, 
                    "top": 152, 
                    "left": 339, 
                    "class-id": "1", 
                    "label-category-attributes": { 
                        "occluded": "no", 
                        "size": "medium" 
                    } 
                }, 
                { 
                    "height": 24, 
                    "width": 37, 
                    "top": 148, 
                    "left": 183, 
                    "class-id": "0", 
                    "label-category-attributes": { 
                        "occluded": "no", 
                    } 
                } 
            ], 
            "frame-no": 0, 
            "frame": "frame_0000.jpeg",  
            "frame-attributes": {name: value, name: value} 
        }, 
        { 
            "annotations": [ 
                { 
                    "height": 41, 
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                    "width": 53, 
                    "top": 152, 
                    "left": 341, 
                    "class-id": "0", 
                    "label-category-attributes": {} 
                }, 
                { 
                    "height": 24, 
                    "width": 37, 
                    "top": 141, 
                    "left": 177, 
                    "class-id": "0", 
                    "label-category-attributes": { 
                        "occluded": "no", 
                    } 
                } 
            ], 
            "frame-no": 1, 
            "frame": "frame_0001.jpeg", 
            "frame-attributes": {name: value, name: value} 
        } 
    ]
}

Saída de rastreamento de objetos de quadro de vídeo

Veja a seguir o arquivo manifesto de saída de um trabalho de rotulagem de rastreamento de objetos. 
O texto em vermelho e itálico nos exemplos a seguir depende das especificações do 
trabalho de rotulagem e dos dados de saída.

Além dos elementos padrão, os metadados incluem um classmap que lista cada classe que tem 
pelo menos um rótulo na sequência de quadros. Os metadados também incluem job-name qual é 
o nome que você atribuiu ao trabalho de rotulagem. Para tarefas de ajuste, se uma ou mais caixas 
delimitadoras forem modificadas, há um parâmetro adjustment-status nos metadados para 
fluxos de trabalho de auditoria definido como adjusted.

{ 
    "source-ref": "s3://DOC-EXAMPLE-BUCKET/example-path/input-manifest.json", 
    "CarObjectTracking-ref": "s3://AWSDOC-EXAMPLE-BUCKET/output/labeling-job-name/
annotations/consolidated-annotation/output/0/SeqLabel.json", 
    "CarObjectTracking-ref-metadata": { 
        "class-map": { 
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            "0": "car", 
            "1": "bus" 
        }, 
        "job-name": "labeling-job/labeling-job-name", 
        "human-annotated": "yes", 
        "creation-date": "2021-09-29T05:50:35.566000", 
        "type": "groundtruth/video-object-tracking" 
        } 
 }

Ground Truth cria um arquivo de sequência de saída para cada sequência de quadros de vídeo 
rotulada. Cada arquivo de sequência de saída contém o seguinte:

• Todas as anotações para todos os quadros em uma sequência na tracking-annotations lista 
de objetos JSON.

• Para cada quadro anotado por um trabalhador, o quadro (frame), o número (frame-no), uma 
lista de objetos JSON contendo anotações (annotations) e, se aplicável, os atributos de 
quadro (frame-attributes). O nome dessa lista é definido pelo tipo de tarefa que você usa:
polylines, polygons, keypoints e para caixas delimitadoras, annotations.

Cada objeto JSON contém informações sobre uma única anotação e um rótulo associado. A tabela 
a seguir descreve os parâmetros que você verá para cada tipo de tarefa de quadro de vídeo.

Tipo de tarefa Parâmetros

Bounding Box Dimensões da caixa: height e width

Localização do pixel na parte superior da 
caixa e no canto esquerdo: top e left

Ponto principal Vértices de pontos-chave: { "x": int, 
"y": int }

Polígono Uma lista de vértices poligonais: vertices
Vértices poligonais: { "x": int, "y": 
int }
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Tipo de tarefa Parâmetros

Um polígono tem uma forma fechada e, 
portanto, o primeiro ponto também represent 
ará o último ponto.

Polyline Uma lista de vértices de linha poligonal:
vertices
Vértices de linha poligonal: { "x": int, 
"y": int }

Além dos valores específicos do tipo de tarefa, você verá o seguinte em cada objeto JSON:

• Valores de qualquer um label-category-attributes que tenha sido especificado para 
esse rótulo.

• O class-id da caixa. Use o class-map no arquivo manifesto de saída para ver para qual 
categoria de rótulo esse ID é mapeado.

• E object-id que identifica uma instância de um rótulo. Esse ID será o mesmo em todos os 
quadros se um trabalhador identificar a mesma instância de um objeto em vários quadros. Por 
exemplo, se um carro aparecesse em vários quadros, todas as caixas delimitadoras usadas para 
identificar esse carro teriam o mesmo object-id.

• O object-name qual é o ID da instância dessa anotação.

A seguir está um exemplo de um SeqLabel.json arquivo de um trabalho de rotulagem de 
rastreamento de objetos de quadro de vídeo em caixa delimitadora. Esse arquivo estará localizado 
em s3://your-output-bucket/output-prefix/annotations/consolidated-
annotation/output/annotation-number/

{ 
    "tracking-annotations": [ 
        { 
            "annotations": [ 
                { 
                    "height": 36, 
                    "width": 46, 
                    "top": 178, 
                    "left": 315, 
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                    "class-id": "0", 
                    "label-category-attributes": { 
                        "occluded": "no" 
                    }, 
                    "object-id": "480dc450-c0ca-11ea-961f-a9b1c5c97972", 
                    "object-name": "car:1" 
                } 
            ], 
            "frame-no": 0, 
            "frame": "frame_0001.jpeg", 
            "frame-attributes": {} 
        }, 
        { 
            "annotations": [ 
                { 
                    "height": 30, 
                    "width": 47, 
                    "top": 163, 
                    "left": 344, 
                    "class-id": "1", 
                    "label-category-attributes": { 
                        "occluded": "no", 
                        "size": "medium" 
                    }, 
                    "object-id": "98f2b0b0-c0ca-11ea-961f-a9b1c5c97972", 
                    "object-name": "bus:1" 
                }, 
                { 
                    "height": 28, 
                    "width": 33, 
                    "top": 150, 
                    "left": 192, 
                    "class-id": "0", 
                    "label-category-attributes": { 
                        "occluded": "partially" 
                    }, 
                    "object-id": "480dc450-c0ca-11ea-961f-a9b1c5c97972", 
                    "object-name": "car:1" 
                } 
            ], 
            "frame-no": 1, 
            "frame": "frame_0002.jpeg", 
            "frame-attributes": {name: value, name: value} 
        } 
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    ]
}

Segmentação de semântica da nuvem de pontos 3D

Veja a seguir o arquivo manifesto de saída de um trabalho de rotulagem de segmentação de 
semântica de nuvem de ponto 3D.

Além dos elementos padrão, os metadados do rótulo incluem um mapa de cores que define qual cor 
é usada para rotular a imagem, o nome da classe associada à cor e o escore de confiança de cada 
cor. Além disso, há um parâmetro adjustment-status nos metadados para fluxos de trabalho 
de auditoria definido como adjusted se a máscara de cor foi modificada. Se você adicionou um ou 
mais frameAttributes ao seu arquivo de configuração da categoria de rótulo, as respostas do 
trabalhador para os atributos de quadro estarão no objeto JSON, dataset-object-attributes.

O parâmetro your-label-attribute-ref contém o local de um arquivo compactado com uma 
extensão .zlib. Quando você descompacta esse arquivo, ele contém uma matriz. Cada índice na 
matriz corresponde ao índice de um ponto anotado na nuvem de pontos de entrada. O valor da 
matriz em um determinado índice fornece a classe do ponto no mesmo índice na nuvem de pontos, 
com base no mapa semântico de cores encontrado no parâmetro color-map do metadata.

Você pode usar um código em Python semelhante ao seguinte para descompactar um arquivo .zlib:

import zlib
from array import array

# read the label file
compressed_binary_file = open(zlib_file_path/file.zlib, 'rb').read()

# uncompress the label file
binary_content = zlib.decompress(compressed_binary_file)

# load labels to an array
my_int_array_data = array('B', binary_content);

print(my_int_array_data)

O bloco de código acima produzirá um resultado semelhante ao seguinte. Cada elemento da 
matriz impressa contém a classe de um ponto nesse índice na nuvem de pontos. Por exemplo,
my_int_array_data[0] = 1 significa que point[0] na nuvem de pontos de entrada tem 
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uma classe1. No exemplo de arquivo manifesto de saída a seguir, a classe 0 corresponde
"Background", com 1, com Car, e 2 comPedestrian.

>> array('B', [1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 1, 
 1, 1, 1, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 0, 2, 2, 2, 2, 2, 2, 2, 2, 2, 2, 2])

Veja a seguir um exemplo de arquivo de manifesto de saída de saída de tarefa de rotulagem 3D 
de segmentação semântica. O texto em vermelho e itálico nos exemplos a seguir depende das 
especificações do trabalho de rotulagem e dos dados de saída.

{ 
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/examplefolder/frame1.bin", 
   "source-ref-metadata":{ 
      "format": "binary/xyzi", 
      "unix-timestamp": 1566861644.759115, 
      "ego-vehicle-pose":{...},  
      "prefix": "s3://AWSDOC-EXAMPLE-BUCKET/lidar_singleframe_dataset/prefix", 
      "images": [{...}]  
    }, 
    "lidar-ss-label-attribute-ref": "s3://your-output-bucket/labeling-job-name/
annotations/consolidated-annotation/output/dataset-object-id/filename.zlib", 
    "lidar-ss-label-attribute-ref-metadata": {  
        'color-map': { 
            "0": { 
                "class-name": "Background", 
                "hex-color": "#ffffff", 
                "confidence": 0.00
            }, 
            "1": { 
                "class-name": "Car", 
                "hex-color": "#2ca02c", 
                "confidence": 0.00
            }, 
            "2": { 
                "class-name": "Pedestrian", 
                "hex-color": "#1f77b4", 
                "confidence": 0.00
            }, 
            "3": { 
                "class-name": "Tree", 
                "hex-color": "#ff7f0e", 
                "confidence": 0.00
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            } 
        }, 
        'type': 'groundtruth/point_cloud_single_frame_semantic_segmentation',  
        'human-annotated': 'yes', 
        'creation-date': '2019-11-12T01:18:14.271944', 
        'job-name': 'labeling-job-name', 
        //only present for adjustment audit workflow 
        "adjustment-status": "adjusted", // "adjusted" means the label was adjusted 
        "dataset-object-attributes": {name: value, name: value} 
    }
}

Resultado da detecção de objetos de nuvem de pontos 3D

Veja a seguir um exemplo de saída de um trabalho de detecção de objeto de nuvem de pontos 3D. 
Para esse tipo de tarefa, os dados sobre cuboides 3D são retornados no parâmetro 3d-bounding-
box, em uma lista chamada annotations. Nessa lista, cada cuboide 3D é descrito usando as 
informações a seguir.

• Cada classe, ou categoria de rótulo, especifica no manifesto de entrada está associada a um 
arquivo class-id. Use o class-map para identificar a classe associada a cada ID de classe.

• Essas classes são usadas para dar a cada cuboide 3D um object-name no formato
<class>:<integer>, em que integer é um número exclusivo para identificar esse cuboide no 
quadro.

• center-x, center-y, e center-z são as coordenadas do centro do cubóide, no mesmo 
sistema de coordenadas dos dados de entrada da nuvem de pontos 3D usados em seu trabalho 
de rotulagem.

• length, width e height são usados para descrever as dimensões do cuboide.

• yaw é usado para descrever a orientação (cabeçalho) do cuboide em radianos.

Note

yaw agora está no sistema cartesiano destro. Como esse recurso foi adicionado em 02 de 
setembro de 2022 às 19:02:17 UTC, você pode converter a medição yaw nos dados de 
saída anteriores usando o seguinte (todas as unidades estão em radianos):

old_yaw_in_output = pi - yaw
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• Em nossa definição, +x está para a direita, +y está para frente e +z está acima do plano terrestre. 
A ordem de rotação é x - y - z. Os roll, pitch e yaw são representados no sistema cartesiano 
destro. No espaço 3D, roll está ao longo do eixo x, pitch está ao longo do eixo y e yaw está ao 
longo do eixo z. Todos os três estão no sentido anti-horário.

• Se você incluiu atributos de rótulo no arquivo manifesto de entrada para determinada classe, um 
parâmetro label-category-attributes é incluído para todos os cuboides para os quais os 
operadores selecionaram atributos de rótulo.

Se um ou mais cuboides foram modificados, há um parâmetro adjustment-status nos 
metadados para fluxos de trabalho de auditoria que está definido como adjusted. Se você 
adicionou um ou mais frameAttributes ao seu arquivo de configuração da categoria de rótulo, as 
respostas do trabalhador para os atributos de quadro estarão no objeto JSON, dataset-object-
attributes.

O texto em vermelho e itálico nos exemplos a seguir depende das especificações do 
trabalho de rotulagem e dos dados de saída. As elipses (...) denotam uma continuação dessa lista, 
em que objetos adicionais com o mesmo formato do objeto anterior podem aparecer.

{ 
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/examplefolder/frame1.txt", 
   "source-ref-metadata":{ 
      "format": "text/xyzi", 
      "unix-timestamp": 1566861644.759115,  
      "prefix": "s3://AWSDOC-EXAMPLE-BUCKET/lidar_singleframe_dataset/prefix", 
      "ego-vehicle-pose": { 
            "heading": { 
                "qx": -0.02111296123795955, 
                "qy": -0.006495469416730261, 
                "qz": -0.008024565904865688, 
                "qw": 0.9997181192298087
            }, 
            "position": { 
                "x": -2.7161461413869947, 
                "y": 116.25822288149078, 
                "z": 1.8348751887989483
            } 
       }, 
       "images": [ 
            { 
                "fx": 847.7962624528487, 
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                "fy": 850.0340893791985, 
                "cx": 576.2129134707038, 
                "cy": 317.2423573573745, 
                "k1": 0, 
                "k2": 0, 
                "k3": 0, 
                "k4": 0, 
                "p1": 0, 
                "p2": 0, 
                "skew": 0, 
                "unix-timestamp": 1566861644.759115, 
                "image-path": "images/frame_0_camera_0.jpg",  
                "position": { 
                    "x": -2.2722515189268138, 
                    "y": 116.86003310568965, 
                    "z": 1.454614668542299
                }, 
                "heading": { 
                    "qx": 0.7594754093069037, 
                    "qy": 0.02181790885672969, 
                    "qz": -0.02461725233103356, 
                    "qw": -0.6496916273040025
                }, 
                "camera_model": "pinhole" 
            } 
        ] 
    }, 
   "3d-bounding-box":  
    { 
       "annotations": [ 
            { 
                "label-category-attributes": { 
                    "Occlusion": "Partial", 
                    "Type": "Sedan" 
                }, 
                "object-name": "Car:1", 
                "class-id": 0, 
                "center-x": -2.616382013657516, 
                "center-y": 125.04149850484193, 
                "center-z": 0.311272296465834, 
                "length": 2.993000265181146, 
                "width": 1.8355260519692056, 
                "height": 1.3233490884304047, 
                "roll": 0, 
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                "pitch": 0, 
                "yaw": 1.6479308313703527
            }, 
            { 
                "label-category-attributes": { 
                    "Occlusion": "Partial", 
                    "Type": "Sedan" 
                }, 
                "object-name": "Car:2", 
                "class-id": 0, 
                "center-x": -5.188984560617168, 
                "center-y": 99.7954483288783, 
                "center-z": 0.2226435567445657, 
                "length": 4, 
                "width": 2, 
                "height": 2, 
                "roll": 0, 
                "pitch": 0, 
                "yaw": 1.6243170732068055
            } 
        ] 
    }, 
    "3d-bounding-box-metadata": 
    { 
        "objects": [],  
        "class_map":  
        { 
            "0": "Car", 
        }, 
        "type": "groundtruth/point_cloud_object_detection", 
        "human-annotated": "yes",  
        "creation-date": "2018-10-18T22:18:13.527256", 
        "job-name": "identify-3d-objects", 
        "adjustment-status": "adjusted", 
        "dataset-object-attributes": {name: value, name: value} 
    }
}

Saídas do rastreamento de objetos de nuvem de pontos 3D

Veja a seguir um exemplo de um arquivo de manifesto de saída de um trabalho de rotulagem de 
rastreamento de objetos de nuvem de pontos 3D. O texto em vermelho e itálico nos 
exemplos a seguir depende das especificações do trabalho de rotulagem e dos dados de saída. 
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As elipses (...) denotam uma continuação dessa lista, em que objetos adicionais com o mesmo 
formato do objeto anterior podem aparecer.

Além dos elementos padrão, os metadados incluem um classmap que lista cada classe que tem 
pelo menos um rótulo na sequência. Se um ou mais cuboides foram modificados, há um parâmetro
adjustment-status nos metadados para fluxos de trabalho de auditoria que está definido como
adjusted.

{ 
   "source-ref": "s3://AWSDOC-EXAMPLE-BUCKET/myfolder/seq1.json", 
    "lidar-label-attribute-ref": "s3://<CustomerOutputLocation>/<labelingJobName>/
annotations/consolidated-annotation/output/<datasetObjectId>/SeqLabel.json", 
    "lidar-label-attribute-ref-metadata": {  
        "objects":  
        [ 
            {    
                "frame-no": 300, 
                "confidence": [] 
            }, 
            { 
                "frame-no": 301, 
                "confidence": [] 
            }, 
             ...
        ],     
        'class-map': {'0': 'Car', '1': 'Person'},  
        'type': 'groundtruth/point_cloud_object_tracking',  
        'human-annotated': 'yes', 
        'creation-date': '2019-11-12T01:18:14.271944', 
        'job-name': 'identify-3d-objects', 
        "adjustment-status": "adjusted"  
    }
}

No exemplo acima, os dados de cuboides para cada quadro em seq1.json será SeqLabel.json
no local do Amazon S3, s3://<customerOutputLocation>/<labelingJobName>/
annotations/consolidated-annotation/output/<datasetObjectId>/SeqLabel.json. 
Veja a seguir um exemplo desse arquivo de sequência de rótulos.

Para cada quadro na sequência, você vê o frame-number, frame-name, se aplicável frame-
attributes, e uma lista de annotations. Essa lista contém cuboides 3D que foram desenhados 
para essa moldura. Cada anotação inclui as seguintes informações:
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• Um object-name no formato <class>:<integer>, em que class identifica a categoria de 
rótulo e integer é um ID exclusivo no conjunto de dados.

• Quando os operadores desenham um cuboide, ele é associado a um object-id exclusivo que 
está associado a todos os cuboides que identificam o mesmo objeto em vários quadros.

• Cada classe, ou categoria de rótulo, especificada no manifesto de entrada está associada a um 
arquivo class-id. Use o class-map para identificar a classe associada a cada ID de classe.

• center-x, center-y, e center-z são as coordenadas do centro do cubóide, no mesmo 
sistema de coordenadas dos dados de entrada da nuvem de pontos 3D usados em seu trabalho 
de rotulagem.

• length, width e height são usados para descrever as dimensões do cuboide.

• yaw é usado para descrever a orientação (cabeçalho) do cuboide em radianos.

Note

yaw agora está no sistema cartesiano destro. Como esse recurso foi adicionado em 02 de 
setembro de 2022 às 19:02:17 UTC, você pode converter a yaw medição nos dados de 
saída anteriores usando o seguinte (todas as unidades estão em radianos):

old_yaw_in_output = pi - yaw

• Em nossa definição, +x está para a direita, +y está para frente e +z está acima do plano terrestre. 
A ordem de rotação é x - y - z. Os roll, pitch e yaw são representados no sistema cartesiano 
destro. No espaço 3D, roll está ao longo do eixo x, pitch está ao longo do eixo y e yaw está ao 
longo do eixo z. Todos os três estão no sentido anti-horário.

• Se você incluiu atributos de rótulo no arquivo manifesto de entrada para determinada classe, um 
parâmetro label-category-attributes é incluído para todos os cuboides para os quais os 
operadores selecionaram atributos de rótulo.

{ 
    "tracking-annotations": [ 
        { 
            "frame-number": 0, 
            "frame-name": "0.txt.pcd", 
            "frame-attributes": {name: value, name: value}, 
            "annotations": [ 
                { 
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                    "label-category-attributes": {}, 
                    "object-name": "Car:4", 
                    "class-id": 0, 
                    "center-x": -2.2906369208300674, 
                    "center-y": 103.73924823843463, 
                    "center-z": 0.37634114027023313, 
                    "length": 4, 
                    "width": 2, 
                    "height": 2, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": 1.5827222214406014, 
                    "object-id": "ae5dc770-a782-11ea-b57d-67c51a0561a1" 
                }, 
                { 
                    "label-category-attributes": { 
                        "Occlusion": "Partial", 
                        "Type": "Sedan" 
                    }, 
                    "object-name": "Car:1", 
                    "class-id": 0, 
                    "center-x": -2.6451293634707413, 
                    "center-y": 124.9534455706848, 
                    "center-z": 0.5020834081743839, 
                    "length": 4, 
                    "width": 2, 
                    "height": 2.080488827301309, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": -1.5963335581398077, 
                    "object-id": "06efb020-a782-11ea-b57d-67c51a0561a1" 
                }, 
                { 
                    "label-category-attributes": { 
                        "Occlusion": "Partial", 
                        "Type": "Sedan" 
                    }, 
                    "object-name": "Car:2", 
                    "class-id": 0, 
                    "center-x": -5.205611313118477, 
                    "center-y": 99.91731932137061, 
                    "center-z": 0.22917217081212138, 
                    "length": 3.8747142207671956, 
                    "width": 1.9999999999999918, 
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                    "height": 2, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": 1.5672228760316775, 
                    "object-id": "26fad020-a782-11ea-b57d-67c51a0561a1" 
                } 
            ] 
        }, 
        { 
            "frame-number": 1, 
            "frame-name": "1.txt.pcd", 
            "frame-attributes": {}, 
            "annotations": [ 
                { 
                    "label-category-attributes": {}, 
                    "object-name": "Car:4", 
                    "class-id": 0, 
                    "center-x": -2.2906369208300674, 
                    "center-y": 103.73924823843463, 
                    "center-z": 0.37634114027023313, 
                    "length": 4, 
                    "width": 2, 
                    "height": 2, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": 1.5827222214406014, 
                    "object-id": "ae5dc770-a782-11ea-b57d-67c51a0561a1" 
                }, 
                { 
                    "label-category-attributes": { 
                        "Occlusion": "Partial", 
                        "Type": "Sedan" 
                    }, 
                    "object-name": "Car:1", 
                    "class-id": 0, 
                    "center-x": -2.6451293634707413, 
                    "center-y": 124.9534455706848, 
                    "center-z": 0.5020834081743839, 
                    "length": 4, 
                    "width": 2, 
                    "height": 2.080488827301309, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": -1.5963335581398077, 
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                    "object-id": "06efb020-a782-11ea-b57d-67c51a0561a1" 
                }, 
                { 
                    "label-category-attributes": { 
                        "Occlusion": "Partial", 
                        "Type": "Sedan" 
                    }, 
                    "object-name": "Car:2", 
                    "class-id": 0, 
                    "center-x": -5.221311072916759, 
                    "center-y": 100.4639841045424, 
                    "center-z": 0.22917217081212138, 
                    "length": 3.8747142207671956, 
                    "width": 1.9999999999999918, 
                    "height": 2, 
                    "roll": 0, 
                    "pitch": 0, 
                    "yaw": 1.5672228760316775, 
                    "object-id": "26fad020-a782-11ea-b57d-67c51a0561a1" 
                } 
            ] 
        }        
    ]
}

Ponto de rastreamento de objetos 3D-2D Saída de rastreamento de objetos na nuvem

Veja a seguir um exemplo de um arquivo de manifesto de saída de um trabalho de rotulagem de 
rastreamento de objetos de nuvem de pontos 3D. O texto em vermelho e itálico nos 
exemplos a seguir depende das especificações do trabalho de rotulagem e dos dados de saída. 
As elipses (...) denotam uma continuação dessa lista, em que objetos adicionais com o mesmo 
formato do objeto anterior podem aparecer.

Além dos elementos padrão, os metadados incluem um classmap que lista cada classe que tem 
pelo menos um rótulo na sequência. Se um ou mais cuboides foram modificados, há um parâmetro
adjustment-status nos metadados para fluxos de trabalho de auditoria que está definido como
adjusted.

{ 
  "source-ref": "s3://iad-groundtruth-lidar-test-bucket/artifacts/gt-point-cloud-demos/
sequences/seq2.json", 
  "source-ref-metadata": { 
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    "json-paths": [ 
      "number-of-frames", 
      "prefix", 
      "frames{frame-no, frame}" 
    ] 
  }, 
  "3D2D-linking-ref": "s3://iad-groundtruth-lidar-test-bucket/xyz/3D2D-linking/
annotations/consolidated-annotation/output/0/SeqLabel.json", 
  "3D2D-linking-ref-metadata": { 
    "objects": [ 
      { 
        "frame-no": 0, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 1, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 2, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 3, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 4, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 5, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 6, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 7, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 8, 
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        "confidence": [] 
      }, 
      { 
        "frame-no": 9, 
        "confidence": [] 
      } 
    ], 
    "class-map": { 
      "0": "Car" 
    }, 
    "type": "groundtruth/point_cloud_object_tracking", 
    "human-annotated": "yes", 
    "creation-date": "2023-01-19T02:55:10.206508", 
    "job-name": "mcm-linking" 
  }, 
  "3D2D-linking-chain-ref": "s3://iad-groundtruth-lidar-test-bucket/xyz/3D2D-linking-
chain/annotations/consolidated-annotation/output/0/SeqLabel.json", 
  "3D2D-linking-chain-ref-metadata": { 
    "objects": [ 
      { 
        "frame-no": 0, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 1, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 2, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 3, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 4, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 5, 
        "confidence": [] 
      }, 
      { 
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        "frame-no": 6, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 7, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 8, 
        "confidence": [] 
      }, 
      { 
        "frame-no": 9, 
        "confidence": [] 
      } 
    ], 
    "class-map": { 
      "0": "Car" 
    }, 
    "type": "groundtruth/point_cloud_object_tracking", 
    "human-annotated": "yes", 
    "creation-date": "2023-01-19T03:29:49.149935", 
    "job-name": "3d2d-linking-chain" 
  }
}

No exemplo acima, os dados de cuboides para cada quadro em seq2.json será SeqLabel.json
no local do Amazon S3, s3://<customerOutputLocation>/<labelingJobName>/
annotations/consolidated-annotation/output/<datasetObjectId>/SeqLabel.json. 
Veja a seguir um exemplo desse arquivo de sequência de rótulos.

Para cada quadro na sequência, você vê oframe-number, frame-name, se aplicável frame-
attributes, e uma lista de annotations. Essa lista contém cuboides 3D que foram desenhados 
para essa moldura. Cada anotação inclui as seguintes informações:

• Um object-name no formato <class>:<integer>, em que class identifica a categoria de 
rótulo e integer é um ID exclusivo no conjunto de dados.

• Quando os operadores desenham um cuboide, ele é associado a um object-id exclusivo que 
está associado a todos os cuboides que identificam o mesmo objeto em vários quadros.

• Cada classe, ou categoria de rótulo, especificada no manifesto de entrada está associada a um 
arquivo class-id. Use o class-map para identificar a classe associada a cada ID de classe.
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• center-x, center-y, e center-z são as coordenadas do centro do cubóide, no mesmo 
sistema de coordenadas dos dados de entrada da nuvem de pontos 3D usados em seu trabalho 
de rotulagem.

• length, width e height são usados para descrever as dimensões do cuboide.

• yaw é usado para descrever a orientação (cabeçalho) do cuboide em radianos.

Note

yaw agora está no sistema cartesiano destro. Como esse recurso foi adicionado em 02 de 
setembro de 2022 às 19:02:17 UTC, você pode converter a yaw medição nos dados de 
saída anteriores usando o seguinte (todas as unidades estão em radianos):

old_yaw_in_output = pi - yaw

• Em nossa definição, +x está para a direita, +y está para frente e +z está acima do plano terrestre. 
A ordem de rotação é x - y - z. Os roll, pitch e yaw são representados no sistema cartesiano 
destro. No espaço 3D, roll está ao longo do eixo x, pitch está ao longo do eixo y e yaw está ao 
longo do eixo z. Todos os três estão no sentido anti-horário.

• Se você incluiu atributos de rótulo no arquivo manifesto de entrada para determinada classe, um 
parâmetro label-category-attributes é incluído para todos os cuboides para os quais os 
operadores selecionaram atributos de rótulo.

{ 
  "lidar": { 
    "tracking-annotations": [ 
      { 
        "frame-number": 0, 
        "frame-name": "0.txt.pcd", 
        "annotations": [ 
          { 
            "label-category-attributes": { 
              "Type": "Sedan" 
            }, 
            "object-name": "Car:1", 
            "class-id": 0, 
            "center-x": 12.172361721602815, 
            "center-y": 120.23067521992364, 
            "center-z": 1.590525771183712, 
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            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "505b39e0-97a4-11ed-8903-dd5b8b903715" 
          }, 
          { 
            "label-category-attributes": {}, 
            "object-name": "Car:4", 
            "class-id": 0, 
            "center-x": 17.192725195301094, 
            "center-y": 114.55705365827872, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "1afcb670-97a9-11ed-9a84-ff627d099e16" 
          } 
        ], 
        "frame-attributes": {} 
      }, 
      { 
        "frame-number": 1, 
        "frame-name": "1.txt.pcd", 
        "annotations": [ 
          { 
            "label-category-attributes": { 
              "Type": "Sedan" 
            }, 
            "object-name": "Car:1", 
            "class-id": 0, 
            "center-x": -1.6841480600695489, 
            "center-y": 126.20198882749516, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
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            "yaw": 0, 
            "object-id": "505b39e0-97a4-11ed-8903-dd5b8b903715" 
          }, 
          { 
            "label-category-attributes": {}, 
            "object-name": "Car:4", 
            "class-id": 0, 
            "center-x": 17.192725195301094, 
            "center-y": 114.55705365827872, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "1afcb670-97a9-11ed-9a84-ff627d099e16" 
          } 
        ], 
        "frame-attributes": {} 
      }, 
      { 
        "frame-number": 2, 
        "frame-name": "2.txt.pcd", 
        "annotations": [ 
          { 
            "label-category-attributes": { 
              "Type": "Sedan" 
            }, 
            "object-name": "Car:1", 
            "class-id": 0, 
            "center-x": -1.6841480600695489, 
            "center-y": 126.20198882749516, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "505b39e0-97a4-11ed-8903-dd5b8b903715" 
          }, 
          { 
            "label-category-attributes": {}, 
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            "object-name": "Car:4", 
            "class-id": 0, 
            "center-x": 17.192725195301094, 
            "center-y": 114.55705365827872, 
            "center-z": 1.590525771183712, 
            "length": 4, 
            "width": 2, 
            "height": 2, 
            "roll": 0, 
            "pitch": 0, 
            "yaw": 0, 
            "object-id": "1afcb670-97a9-11ed-9a84-ff627d099e16" 
          } 
        ], 
        "frame-attributes": {} 
      } 
    ] 
  }, 
  "camera-0": { 
    "tracking-annotations": [ 
      { 
        "frame-no": 0, 
        "frame": "0.txt.pcd", 
        "annotations": [ 
          { 
            "label-category-attributes": { 
              "Occlusion": "Partial" 
            }, 
            "object-name": "Car:2", 
            "class-id": 0, 
            "width": 223, 
            "height": 164, 
            "top": 225, 
            "left": 486, 
            "object-id": "5229df60-97a4-11ed-8903-dd5b8b903715" 
          } 
        ], 
        "frame-attributes": {} 
      }, 
      { 
        "frame-no": 1, 
        "frame": "1.txt.pcd", 
        "annotations": [ 
          { 
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            "label-category-attributes": {}, 
            "object-name": "Car:4", 
            "class-id": 0, 
            "width": 252, 
            "height": 246, 
            "top": 237, 
            "left": 473, 
            "object-id": "1afcb670-97a9-11ed-9a84-ff627d099e16" 
          } 
        ], 
        "frame-attributes": {} 
      } 
    ] 
  }
}

O cubóide e a caixa delimitadora de um objeto são vinculados por meio de um ID de objeto comum.

Rotulagem de dados aprimorada

O Amazon SageMaker Ground Truth gerencia o envio dos seus objetos de dados aos trabalhadores 
para rotulagem. A rotulagem de cada objeto de dados é uma tarefa. Os trabalhadores concluem 
cada tarefa até que todo o trabalho de etiquetagem seja concluído. O Ground Truth divide o número 
total de tarefas em lotes menores que são enviados aos trabalhadores. Um novo lote é enviado aos 
trabalhadores quando o anterior é concluído.

O Ground Truth fornece dois recursos que ajudam a melhorar a precisão de seus rótulos de dados e 
a reduzir o custo total da rotulagem dos dados:

• A consolidação de anotações ajuda a melhorar a precisão dos rótulos do objeto de dados. Ele 
combina os resultados das tarefas de anotação de vários trabalhadores em um rótulo de alta 
fidelidade.

• A rotulagem automatizada de dados, usa machine learning para rotular partes dos seus dados 
automaticamente sem precisar enviá-los para trabalhadores humanos.

Tópicos

• Controle o fluxo de objetos de dados enviados aos trabalhadores

• Consolidar anotações

• Automatizar a rotulagem de dados
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• Encadeamento de trabalhos de rotulagem

Controle o fluxo de objetos de dados enviados aos trabalhadores

Dependendo do tipo de trabalho de rotulagem que você criar, o Amazon SageMaker Ground Truth 
envia objetos de dados aos trabalhadores em lotes ou em streaming. Você pode controlar o fluxo dos 
objetos de dados para os trabalhadores das seguintes maneiras:

• Para os dois tipos de trabalhos de rotulagem, você pode usar o MaxConcurrentTaskCount
para controlar o número total de objetos de dados disponíveis para todos os trabalhadores em um 
determinado momento em que o trabalho de rotulagem está em execução.

• Para trabalhos de rotulagem de streaming, você pode controlar o fluxo de objetos de dados para 
os trabalhadores monitorando e controlando o número de objetos de dados enviados para o 
Amazon SQS associados ao trabalho de etiquetagem.

Use as seguintes seções para saber mais sobre essas opções. Para saber mais sobre o trabalho de 
rotulagem de streaming, consulte Trabalhos de etiquetagem em Ground Truth Streaming.

Tópicos

• Use o MaxConcurrentTaskCount para controlar o fluxo de objetos de dados

• Use o Amazon SQS para controlar o fluxo de objetos de dados para trabalhos de rotulagem de 
streaming

Use o MaxConcurrentTaskCount para controlar o fluxo de objetos de dados

O MaxConcurrentTaskCount define o número máximo de objetos de dados que podem ser 
rotulados por trabalhadores humanos ao mesmo tempo. Se você usar o console, esse parâmetro 
será definido como 1.000. Se você usar o CreateLabelingJob, poderá definir esse parâmetro 
como qualquer número inteiro entre 1 e 1.000, inclusive.

Quando você inicia um trabalho de rotulagem usando um arquivo manifesto de entrada, o Ground 
Truth faz o seguinte:

1. Para cada objeto de dados listado em seu arquivo de manifesto de entrada, uma ou mais tarefas 
são criadas, dependendo do valor especificado NumberOfHumanWorkersPerDataObject. Por 
exemplo, se você definir o número de trabalhadores por objeto de dados como três, três tarefas 
serão criadas para cada objeto do conjunto de dados. Para ser marcado como rotulado com 
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sucesso, pelo menos um trabalhador deve rotular o objeto. Como alternativa, as tarefas podem 
expirar ou ser recusadas.

2. Se você estiver usando a força de trabalho Mechanical Turk, o Ground Truth primeiro envia um 
lote de dez objetos de conjunto de dados para os trabalhadores. Ele usa esse pequeno lote 
para configurar o trabalho de rotulagem e certificar-se de que o trabalho esteja configurado 
corretamente.

3. Em seguida, a Ground Truth envia um número MaxConcurrentTaskCount de objetos do 
conjunto de dados aos trabalhadores. Por exemplo, se você tiver 2.000 objetos de dados de 
entrada no arquivo de manifesto de entrada e tiver definido o número de trabalhadores por objeto 
de dados como 3 e definido como MaxConcurrentTaskCount para 900, os primeiros 900 
objetos de dados no manifesto de entrada serão enviados aos trabalhadores, correspondendo 
a 2.700 tarefas (900 x 3). Esse é o primeiro conjunto de objetos em tamanho real enviado aos 
trabalhadores.

4. O que acontece em seguida depende do tipo de trabalho de rotulagem que você criar. Essa etapa 
pressupõe que um ou mais objetos do conjunto de dados no arquivo de manifesto de entrada ou 
enviados usando uma fonte de dados de entrada do Amazon SNS (em um trabalho de rotulagem 
de streaming) não foram incluídos no conjunto enviado aos trabalhadores na etapa 3.

• Trabalho de rotulagem de streaming: desde que o número total de objetos disponíveis para 
os trabalhadores seja igual a MaxConcurrentTaskCount, todos os objetos restantes do 
conjunto de dados no arquivo de manifesto de entrada e que você envia em tempo real usando 
o Amazon SNS são colocados em uma fila do Amazon SQS. Quando o número total de 
objetos disponíveis para os trabalhadores fica abaixo de MaxConcurrentTaskCount menos
NumberOfHumanWorkersPerDataObject, um novo objeto de dados da fila é usado para 
criar tarefas NumberOfHumanWorkersPerDataObject, que são enviadas aos trabalhadores 
em tempo real.

• Trabalho de rotulagem sem streaming: à medida que os trabalhadores terminam de 
rotular um conjunto de objetos, até MaxConcurrentTaskCountvezes o número
NumberOfHumanWorkersPerDataObject de novas tarefas será enviado aos trabalhadores . 
Esse processo é repetido até que todos os objetos de dados no arquivo manifesto de entrada 
sejam rotulados.

Use o Amazon SQS para controlar o fluxo de objetos de dados para trabalhos de rotulagem de 
streaming

Quando você cria um trabalho de rotulagem de streaming, uma fila do Amazon SQS é 
criada automaticamente na sua conta. Os objetos de dados só são adicionados à fila do 
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Amazon SQS quando o número total de objetos enviados aos trabalhadores está acimade
MaxConcurrentTaskCount. Caso contrário, os objetos são enviados diretamente aos 
trabalhadores.

Você pode usar essa fila para gerenciar o fluxo de objetos de dados para a tarefa de etiquetagem. 
Para saber mais, consulte Gerencie solicitações de rotulagem com uma fila do Amazon SQS .

Consolidar anotações

Uma anotação é o resultado da tarefa de rotulagem de um único trabalhador. A consolidação de 
anotações combina as anotações de dois ou mais trabalhadores em um único rótulo para seus 
objetos de dados. Um rótulo, que é atribuído a cada objeto no conjunto de dados, é uma estimativa 
probabilística do que o rótulo verdadeiro deva ser. Cada objeto no conjunto de dados geralmente tem 
várias anotações, mas somente um rótulo ou um conjunto de rótulos.

Você pode decidir quantos trabalhadores devem anotar cada objeto no seu conjunto de dados. 
Mais trabalhadores podem aumentar a precisão dos rótulos, mas também aumentam o custo de 
rotulagem. Para saber mais sobre os preços do Ground Truth, consulte os preços do Amazon 
SageMaker Ground Truth.

Se você usar o console do SageMaker para criar um trabalho de rotulagem, os valores a seguir 
serão os padrões para o número de trabalhadores que podem anotar objetos:

• Classificação de texto — três trabalhadores

• Classificação de imagens — três trabalhadores

• Caixas delimitadoras — cinco trabalhadores

• Segmentação de semântica — três trabalhadores

• Reconhecimento de entidade nomeada — três trabalhadores

Ao usar a operação CreateLabelingJob, você define o número de trabalhadores que devem 
anotar cada objeto de dados usando o parâmetro NumberOfHumanWorkersPerDataObject. É 
possível substituir o número padrão de trabalhadores que rotulam um objeto de dados usando o 
console ou a operação CreateLabelingJob.

O Ground Truth fornece uma função de consolidação de anotações para cada uma das tarefas de 
rotulagem predefinidas: caixa delimitadora, classificação de imagem, reconhecimento de entidade de 
nome, segmentação de semântica e classificação de texto. Estas são as funções:
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• A consolidação de anotações em várias classes para classificação de texto e imagem usa uma 
variante da abordagem de Maximização de expectativa para anotações. Ela estima parâmetros 
para cada trabalhador e usa a inferência bayesiana para estimar a classe real com base nas 
anotações de classe de trabalhadores individuais.

• A anotação de caixa delimitadora consolida caixas delimitadoras de vários trabalhadores. Essa 
função encontra as caixas mais semelhantes de diferentes trabalhadores com base no índice de 
Jaccard, ou na interseção sobre união, das caixas e calcula a média delas.

• A consolidação de anotações de segmentação semântica trata cada pixel em uma única 
imagem como uma classificação de várias classes. Essa função trata as anotações de pixel dos 
trabalhadores como "votos", com mais informações dos pixels adjacentes incorporados, aplicando 
uma função de suavização à imagem.

• As seleções de texto de clusters de reconhecimento de entidade nomeada por similaridade de 
Jaccard e calcula os limites de seleção com base no modo ou na média, caso o modo não esteja 
claro. O rótulo é resolvido para o rótulo de entidade mais atribuído no cluster, quebrando os 
vínculos por seleção aleatória.

É possível usar outros algoritmos para consolidar anotações. Para obter mais informações, consulte
Criar sua própria função de consolidação de anotações.

Criar sua própria função de consolidação de anotações

É possível optar por usar sua própria função de consolidação de anotações para determinar os 
rótulos finais dos objetos rotulados. Existem muitas abordagens possíveis para escrever uma função 
e a abordagem que você usar dependerá da natureza das anotações a serem consolidadas. Em 
termos gerais, as funções de consolidação examinam as anotações dos trabalhadores, medem a 
similaridade entre elas e usam algum tipo de julgamento probabilístico para determinar qual deve ser 
o rótulo mais provável.

Se quiser usar outros algoritmos para criar funções de consolidação de anotações, você poderá 
encontrar as respostas do trabalhador na pasta [project-name]/annotations/worker-
response do bucket do para o qual você direciona a saída do trabalho.

Avaliar similaridade

Para avaliar a similaridade entre os marcadores, use uma das seguintes estratégias ou use uma que 
atenda às suas necessidades de rotulagem de dados:

Rotulagem de dados aprimorada 1762

https://en.wikipedia.org/wiki/Expectation-maximization_algorithm
https://en.wikipedia.org/wiki/Jaccard_index
https://en.wikipedia.org/wiki/Jaccard_index


Amazon SageMaker Guia do Desenvolvedor

• Para espaços de rótulo que consistem em categorias discretas e mutuamente exclusivas, como 
classificação de várias classes, avaliar a similaridade pode ser um processo simples. Os rótulos 
separados correspondem ou não.

• Para espaços de rótulo que não possuem valores separados, como anotações de caixa 
delimitadora, encontre uma ampla medida de similaridade. No caso de caixas delimitadoras, uma 
dessas medidas é o índice de Jaccard. Ele mede a relação entre a interseção de duas caixas 
com a união das caixas para avaliar como elas são semelhantes. Por exemplo, se houver três 
anotações, poderá haver uma função que determine quais anotações representam o mesmo 
objeto e que devem ser consolidadas.

Avaliar o rótulo mais provável

Com uma das estratégias acima em mente, faça algum tipo de julgamento probabilístico sobre o 
rótulo consolidado. No caso de categorias discretas e mutuamente exclusivas, isso pode ser simples. 
Uma das maneiras mais comuns de fazer isso é obter os resultados de uma votação majoritária entre 
as anotações. Isso pondera as anotações igualmente.

Algumas abordagens tentam estimar a precisão de diferentes anotadores e pesam suas anotações 
em proporção à probabilidade de correção. Um exemplo disso é o método Maximização de 
Expectativas, que é usado na função de consolidação padrão do Ground Truth para anotações de 
várias classes.

Para obter mais informações sobre como criar uma função de consolidação de anotações, consulte
Etapa 3: processando com AWS Lambda.

Automatizar a rotulagem de dados

Se você escolher, o Amazon SageMaker Ground Truth pode usar o aprendizado ativo para 
automatizar a rotulagem dos dados de entrada para determinados tipos de tarefas incorporadas. 
A aprendizagem ativa é uma técnica de machine learning que identifica os dados que devem ser 
rotulados pelos trabalhadores. No Ground Truth, essa funcionalidade é chamada de rotulagem 
automatizada de dados. A rotulagem automatizada de dados ajuda a reduzir o custo e o tempo que 
se leva para rotular seu conjunto de dados em comparação com o uso somente de trabalhadores 
humanos. Ao usar a rotulagem automatizada, você incorre em custos de treinamento e inferência.

Recomendamos o uso de rotulagem automatizada de dados em grandes conjuntos de dados porque 
as redes neurais usadas com aprendizagem ativa exigem uma quantidade significativa de dados 
para cada novo conjunto de dados. Normalmente, à medida que mais dados são fornecidos, o 
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potencial de previsões de alta precisão aumenta. Os dados só serão rotulados automaticamente se a 
rede neural usada no modelo de rotulagem automática puder atingir um nível aceitavelmente alto de 
precisão. Portanto, com conjuntos de dados maiores, há mais potencial para rotular automaticamente 
os dados porque a rede neural pode ter precisão suficientemente alta para a rotulagem automática. A 
rotulagem automatizada de dados é mais apropriada quando você tem milhares de objetos de dados. 
O número mínimo de objetos permitidos para a rotulação automatizada de dados é de 1.250, mas é 
altamente recomendável fornecer um mínimo de 5.000 objetos.

A rotulagem automatizada de dados está disponível somente para os seguintes tipos de tarefa 
integradas do Ground Truth:

• Classificação de imagem (Rótulo único)

• Segmentação semântica da imagem

• Detecção de objetos (Bounding Box)

• Classificação de texto (Rótulo único)

Os trabalhos de rotulagem de streaming não oferecem suporte à rotulagem automatizada de dados.

Para saber como criar um fluxo de trabalho de aprendizado ativo personalizado usando seu próprio 
modelo, consulte Configure um fluxo de trabalho de aprendizado ativo com seu próprio modelo.

As cotas de dados de entrada aplicam-se a trabalhos de rotulagem automatizada. Consulte Cotas de 
dados de entrada para obter informações sobre tamanho do conjunto de dados, tamanho dos dados 
de entrada e limites de resolução.

Note

Antes de usar um modelo de rotulagem automatizada na produção, é necessário ajustar 
ou testar o modelo, ou ambos. É possível ajustar o modelo (ou criar e ajustar outro modelo 
supervisionado de sua escolha) no conjunto de dados produzido pelo seu trabalho de 
rotulagem para otimizar a arquitetura e os hiperparâmetros do modelo. Se você decidir 
usar o modelo para inferência sem ajustá-lo, é altamente recomendado certificar-se de que 
sua precisão seja avaliada em um subconjunto representativo (por exemplo, selecionado 
aleatoriamente) do conjunto de dados rotulado com o Ground Truth e que ele corresponda às 
suas expectativas.
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Como ele funciona

A rotulagem automatizada de dados é habilitada durante a criação de um trabalho de rotulagem. 
Como funciona:

1. Quando o Ground Truth inicia um trabalho de rotulação automatizada de dados, ele seleciona uma 
amostra aleatória de objetos de dados e a envia para trabalhadores humanos. Se mais de 10% 
desses objetos de dados falharem, o trabalho de rotulagem falhará. Se o trabalho de rotulagem 
falhar, além de revisar qualquer mensagem de erro retornada pelo Ground Truth, verifique se os 
dados de entrada estão sendo exibidos corretamente na interface do usuário do trabalhador, se as 
instruções estão claras e se você deu aos trabalhadores tempo suficiente para concluir as tarefas.

2. Quando os dados rotulados são retornados, eles são usados para criar um conjunto de 
treinamento e um conjunto de validação. A Ground Truth usa esses conjuntos de dados para 
treinar e validar o modelo usado para rotulagem automática.

3. O Ground Truth executa um trabalho de transformação de lotes, usando o modelo validado para 
inferência nos dados de validação. A inferência de lote produz uma pontuação de confiança e uma 
métrica de qualidade para cada objeto nos dados de validação.

4. O componente de rotulagem automática usará essas métricas de qualidade e pontuações de 
confiança para criar um limite de pontuação de confiança que garanta rótulos de qualidade.

5. O Ground Truth executa um trabalho de transformação de lotes nos dados não rotulados do 
conjunto de dados, usando o mesmo modelo validado para inferência. Isso produzirá uma 
pontuação de confiança para cada objeto.

6. O componente de rotulagem automática do Ground Truth determina se a pontuação de confiança 
produzida na etapa 5 para cada objeto atende ao limite necessário determinado na etapa 4. Se a 
pontuação de confiança atender ao limite, a qualidade esperada da rotulagem automaticamente 
excederá o nível de precisão solicitado e esse objeto será considerado com rotulagem automática.

7. A etapa 6 produz um conjunto de dados de dados não rotulados com pontuações de confiança. A 
Ground Truth seleciona pontos de dados com pontuações de baixa confiança desse conjunto de 
dados e os envia para trabalhadores humanos.

8. O Ground Truth usa os dados existentes rotulados por trabalhadores humanos e esses dados de 
rótulos adicionais de trabalhadores humanos para atualizar o modelo.

9. O processo é repetido até que o conjunto de dados seja totalmente rotulado ou até que outra 
condição de interrupção seja atendida. Por exemplo, a rotulagem automática será interrompida se 
o seu orçamento de anotação humana for atingido.
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As etapas anteriores acontecem em iterações. Selecione cada guia na tabela a seguir para ver um 
exemplo dos processos que ocorrem em cada iteração para um trabalho de rotulagem automática 
de detecção de objetos. O número de objetos de dados usados em uma determinada etapa nessas 
imagens (por exemplo, 200) é específico para este exemplo. Se houver menos de 5.000 objetos 
para rotular, o tamanho do conjunto de validação será 20% de todo o conjunto de dados. Se houver 
mais de 5.000 objetos no conjunto de dados de entrada, o tamanho do conjunto de validação será 
10% de todo o conjunto de dados. Você pode controlar o número de rótulos humanos coletados por 
iteração de aprendizado ativa alterando o valor MaxConcurrentTaskCount ao usar a operação 
de API CreateLabelingJob. Esse valor é definido como 1.000 quando você cria um trabalho de 
etiquetagem usando o console. No fluxo de aprendizado ativo ilustrado na guia Aprendizado ativo, 
esse valor é definido como 200.

Model Training
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Automated Labeling

Active Learning
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Precisão das etiquetas automatizadas

A definição de precisão depende do tipo de tarefa incorporada que você usa com a rotulagem 
automatizada. Para todos os tipos de tarefas, esses requisitos de precisão são predeterminados pelo 
Ground Truth e não podem ser configurados manualmente.

• Para classificação de imagens e classificação de texto, o Ground Truth usa a lógica para encontrar 
um nível de confiança de predição de rótulos que corresponda a pelo menos 95% de precisão dos 
rótulos. Isso significa que o Ground Truth espera que a precisão dos rótulos automatizados seja 
de pelo menos 95% em comparação com os rótulos que os rotuladores humanos forneceriam para 
esses exemplos.

• Para caixas delimitadoras, a média esperada de interseção sobre união (IoU) das imagens 
rotuladas automaticamente é 0,6. Para encontrar a IOU média, o Ground Truth calcula a IOU 
média de todas as caixas previstas e perdidas na imagem para cada classe e, em seguida, calcula 
a média desses valores entre as classes.

• Para segmentação semântica, a IOU média esperada das imagens rotuladas automaticamente é 
0,7. Para encontrar a média de IoU, o Ground Truth pega a média dos valores de IoU de todas as 
classes na imagem (excluindo o plano de fundo).

Em cada iteração do Aprendizado Ativo (etapas de 3 a 6 na lista acima), o limite de confiança é 
encontrado usando o conjunto de validação anotado por humanos para que a precisão esperada dos 
objetos rotulados automaticamente satisfaça certos requisitos de precisão predefinidos.

Criar um trabalho de rotulagem automatizada de dados (Console)

Para criar uma tarefa de etiquetagem que usa rotulagem automática no console do SageMaker, use 
o procedimento a seguir.

Como criar um trabalho automatizado de rotulagem de dados (console)

1. Abra a seção de trabalhos de rotulagem do Ground Truth no console do SageMaker: https:// 
console.aws.amazon.com/sagemaker/groundtruth

2. Usando Criar um trabalho de rotulagem (console) como guia, conclua as seções Job overview 
(Visão geral do trabalho) e Task type (Tipo de tarefa). Observe que a rotulagem automática não 
oferece suporte a tipos de tarefa personalizados.

3. Em Workers (Trabalhadores), escolha o tipo de força de trabalho.

4. Na mesma seção, escolha Enable automated data labeling (Habilitar rotulagem automatizada de 
dados).
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5. Usando Etapa 4: Configurar a ferramenta de caixa delimitadora como guia, crie instruções 
para o operador na ferramenta de rotulagem Task Type (Tipo de tarefa) da seção. Por 
exemplo, se você selecionou Segmentação de semântica como o tipo de trabalho de rotulagem, 
esta seção será chamada Ferramenta de rotulagem de segmentação de semântica.

6. Para visualizar as instruções e o painel do trabalhador, escolha Preview (Visualizar).

7. Escolha Create (Criar). Isso criará e iniciará o trabalho de rotulagem e o processo de rotulagem 
automática.

Você verá o trabalho de rotulagem exibido na seção Trabalhos de rotulagem) do console do 
SageMaker. Os dados de saída serão exibidos no bucket do Amazon S3 especificado durante a 
criação do trabalho de rotulagem. Para obter mais informações sobre o formato e a estrutura do 
arquivo dos dados de saída do trabalho de rotulagem, consulte Dados de saída.

Criar um trabalho de rotulagem automatizada de dados (API)

Para criar um trabalho de rotulagem automatizada de dados usando a API do SageMaker use o 
parâmetro LabelingJobAlgorithmsConfig da operação CreateLabelingJob. Para saber 
como iniciar um trabalho de etiquetagem usando a CreateLabelingJob operação, consulte Criar 
um trabalho de rotulagem (API).

Especifique o nome de recurso da Amazon (ARN) do algoritmo usado para a rotulagem 
automatizada de dados no parâmetro LabelingJobAlgorithmSpecificationArn. Escolha um dos quatro 
algoritmos integrados do Ground Truth com suporte para rotulagem automatizada:

• Classificação de imagem (Rótulo único)

• Segmentação semântica da imagem

• Detecção de objetos (Bounding Box)

• Classificação de texto (Rótulo único)

Quando um trabalho de rotulagem automatizada de dados for concluído, o Ground Truth retornará 
o ARN do modelo usado para o trabalho. Use esse modelo como o modelo inicial para tipos 
de trabalho de rotulagem automática semelhantes fornecendo o ARN, no formato de string, no 
parâmetro InitialActiveLearningModelArn. Para recuperar o ARN do modelo, use um comando da 
AWS Command Line Interface (AWS CLI) semelhante ao seguinte:

# Fetch the mARN of the model trained in the final iteration of the previous labeling 
 job.Ground Truth
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pretrained_model_arn = sagemaker_client.describe_labeling_job(LabelingJobName=job_name)
['LabelingJobOutput']['FinalActiveLearningModelArn']

Para criptografar dados no volume de armazenamento anexado à(s) instância(s) de computação 
de ML usadas na rotulagem automatizada, inclua uma chave AWS Key Management Service (AWS 
KMS) no parâmetro VolumeKmsKeyId. Para obter informações sobre chaves do AWS, consulte O 
que é o Key Management Service do AWS? Guia do desenvolvedor Key Management Service do 
AWS.

Para obter um exemplo que usa a operação CreateLabelingJob para criar um trabalho de 
rotulagem automatizada de dados, consulte o exemplo object_detection_tutorial que está na seção
Exemplos do SageMaker, Trabalhos de rotulagem do Ground Truth de uma instância do caderno do 
SageMaker. Para saber como criar e abrir uma instância de bloco de anotações, consulte Criar uma 
instância de caderno. Para saber como acessar os cadernos de exemplos do SageMaker, consulte
Blocos de anotações de exemplo.

Instâncias do Amazon EC2 necessárias para rotulagem automatizada de dados

A tabela a seguir lista as instâncias do Amazon Elastic Compute Cloud (Amazon EC2) necessárias 
para executar a rotulagem automatizada de dados para trabalhos de treinamento e inferência em 
lote.

Tipo de trabalho de rotulagem 
automatizada de dados

Tipo de instância de treinamen 
to

Tipo de instância de inferência

Classificação de imagens ml.p3.2xlarge* ml.c5.xlarge

Detecção de objetos (caixa 
delimitadora)

ml.p3.2xlarge* ml.c5.4xlarge

Classificação de texto ml.c5.2xlarge ml.m4.xlarge

Segmentação semântica ml.p3.2xlarge* ml.p3.2xlarge*

* Na região Ásia-Pacífico (Mumbai) (ap-south-1), use ml.p2.8xlarge no lugar.

O Ground Truth gerencia as instâncias usadas para trabalhos de rotulagem automatizada de dados. 
Ele cria, configura e encerra as instâncias conforme necessário para executar o trabalho. Essas 
instâncias não são exibidas no painel de instâncias do Amazon EC2.
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Configure um fluxo de trabalho de aprendizado ativo com seu próprio modelo

Você pode criar um fluxo de trabalho de aprendizado ativo com seu próprio algoritmo para executar 
treinamentos e inferências nesse fluxo de trabalho para rotular automaticamente seus dados. O 
caderno bring_your_own_model_for_sagemaker_labeling_workflows_with_active_learning.ipynb 
demonstra isso usando o algoritmo incorporado do SageMaker, BlazingText. Esse caderno fornece 
uma pilha AWS CloudFormation que você pode usar para executar esse fluxo de trabalho usando 
AWS Step Functions. Você pode encontrar o caderno e os arquivos de suporte neste repositório do 
GitHub.

Você também pode encontrar esse caderno no repositório de exemplos do SageMaker. Consulte
Usar cadernos de exemplos para saber como encontrar um caderno de exemplo do Amazon 
SageMaker.

Encadeamento de trabalhos de rotulagem

O Amazon SageMaker Ground Truth pode reutilizar conjuntos de dados de trabalhos anteriores de 
duas maneiras: clonagem e encadeamento.

A clonagem copia a configuração de um trabalho de rotulagem anterior e permite que você faça 
alterações adicionais antes de configurá-lo para execução.

O encadeamento usa não somente a configuração do trabalho anterior, mas também os resultados. 
Isso permite que você continue um trabalho incompleto e adicione rótulos ou objetos de dados a um 
trabalho concluído. O encadeamento é uma operação mais complexa.

Para o processamento de dados:

• A clonagem usa o manifesto de entrada do trabalho anterior, com modificações opcionais, como o 
manifesto de entrada do novo trabalho.

• O Encadeamento usa o manifesto de saída do trabalho anterior como o manifesto de entrada do 
novo trabalho.

O encadeamento é útil quando é necessário:

• Continuar um trabalho de rotulagem que foi interrompido manualmente.

• Continue um trabalho de rotulagem que teve uma falha no meio dele, depois de corrigir os 
problemas.
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• Alternar para a rotulagem de dados automatizada após rotular manualmente parte de um trabalho 
(ou vice-versa).

• Adicionar mais objetos de dados a um trabalho concluído e iniciar o trabalho a partir de então.

• Adicionar outra anotação a uma tarefa concluída. Por exemplo, você tem uma coleção de frases 
marcadas para o tópico e, em seguida, deseja executar o conjunto novamente, categorizando-as 
pelo público-alvo implícito do tópico.

No Amazon SageMaker Ground Truth, é possível configurar um trabalho de rotulagem encadeada 
pelo console ou pela API.

Termo-chave: nome do atributo de rótulo

O nome do atributo de rótulo (LabelAttributeName na API) é uma string usada como chave para 
o par de chave/valor formado com o rótulo que um trabalhador atribui ao objeto de dados.

As regras a seguir se aplicam ao nome do atributo de rótulo:

• Ele não pode terminar com -metadata.

• Os nomes source e source-ref são reservados e não podem ser usados.

• Para trabalhos de rotulagem de segmentação semântica,, ele deve terminar com -ref. Para todos 
os outros trabalhos de rotulagem, ele não pode terminar com -ref. Se você usar o console para 
criar o trabalho, o Amazon SageMaker Ground Truth anexará -ref automaticamente a todos os 
nomes de atributos do rótulo, exceto para trabalhos de segmentação de semântica.

• Para um trabalho de rotulagem encadeada, se você estiver usando o mesmo nome de atributo do 
rótulo do trabalho de origem e configurar o trabalho encadeado para usar a rotulagem automática, 
então, se ele estiver no modo de rotulagem automática em algum momento, o Ground Truth usará 
o modelo do trabalho de origem.

Em um manifesto de saída, o nome do atributo de rótulo é semelhante ao seguinte:

  "source-ref": "<S3 URI>", 
  "<label attribute name>": { 
    "annotations": [{ 
      "class_id": 0, 
      "width": 99, 
      "top": 87, 
      "height": 62, 

Rotulagem de dados aprimorada 1772



Amazon SageMaker Guia do Desenvolvedor

      "left": 175 
    }], 
    "image_size": [{ 
      "width": 344, 
      "depth": 3, 
      "height": 234 
    }] 
  }, 
  "<label attribute name>-metadata": { 
    "job-name": "<job name>", 
    "class-map": { 
      "0": "<label attribute name>" 
    }, 
    "human-annotated": "yes", 
    "objects": [{ 
      "confidence": 0.09 
    }], 
    "creation-date": "<timestamp>", 
    "type": "groundtruth/object-detection" 
  }

Se você estiver criando um trabalho no console e não definir explicitamente o valor do nome de 
atributo do rótulo, o Ground Truth usará o nome do trabalho como o nome de atributo do rótulo do 
trabalho.

Iniciar um trabalho encadeado (Console)

Selecione um trabalho de rotulagem interrompido, com falha ou concluído na lista de seus trabalhos 
existentes. Isso habilita o menu Actions (Ações).

No menu Actions (Ações), escolha Chain (Encadear).

Painel de visão geral do trabalho

No painel Job overview (Visão geral do trabalho), um novo Job name (Nome do trabalho) é definido 
com base no título do trabalho a partir do qual você está encadeando este. Você pode alterá-lo.

Você também pode especificar um nome do atributo de rótulo diferente do nome do trabalho de 
rotulagem.

Se você estiver encadeando um trabalho concluído, o nome do atributo de rótulo usará o nome do 
novo trabalho que você está configurando. Para alterar o nome, marque a caixa de seleção.
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Se você estiver encadeando um trabalho interrompido ou com falha, o nome do atributo de rótulo 
será usado para o nome do trabalho a partir do qual você está encadeando. É fácil ver e editar o 
valor porque a caixa de seleção de nome fica marcada.

Considerações sobre nomenclatura de atributo de rótulo

• O padrão usa o nome de atributo do rótulo que o Ground Truth seleciona. Todos os objetos 
de dados sem dados conectados a esse nome do atributo de rótulo são rotulados.

• Usar um nome do atributo de rótulo não presente no manifesto faz com que a tarefa 
processe todos os objetos no conjunto de dados.

O local do conjunto de dados de entrada, nesse caso, é selecionado automaticamente como o 
manifesto de saída do trabalho encadeado. O campo de entrada não fica disponível, portanto você 
não pode alterá-lo.

Adição de objetos de dados a um trabalho de rotulagem

Você não pode especificar um arquivo de manifesto alternativo Edite manualmente 
o manifesto de saída do trabalho anterior para adicionar novos itens antes de iniciar 
um trabalho encadeado. O URI do Amazon S3 ajuda você a localizar onde você está 
armazenando o manifesto no bucket do Amazon S3. Faça o download do arquivo manifesto 
ali, edite-o localmente no seu computador e, em seguida, faça o upload da nova versão para 
substituí-lo. Certifique-se de não estar introduzindo erros durante a edição. Recomendamos 
que você use o JSON linter para verificar seu JSON. Muitos editores de texto e IDEs 
populares têm plugins de linter disponíveis.

Iniciar um trabalho encadeado (API)

O procedimento é quase o mesmo que configurar um novo trabalho de rotulagem com
CreateLabelingJob, exceto por duas diferenças principais:

• Local do manifesto: em vez de usar o manifesto original do trabalho anterior, o valor para o
ManifestS3Uri no DataSource deve mostrar o URI do Amazon S3 do manifesto de saída do 
trabalho de rotulagem anterior.
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• Nome do atributo de rótulo: Aqui, definir o valor LabelAttributeName correto é importante. 
Essa é a parte fundamental de um par de valor-chave em que os dados de rotulagem são o valor. 
Exemplo de casos de uso incluem:

• Adicionar rótulos novos ou mais específicos a um trabalho concluído — defina um novo nome de 
atributo do rótulo.

• Rotular os itens não rotulados de um trabalho anterior — use o nome de atributo do rótulo do 
trabalho anterior.

Usar um conjunto de dados parcialmente rotulado

Você pode obter alguns benefícios de encadeamento se usar um manifesto aumentado que já tenha 
sido parcialmente rotulado. Marque a caixa de seleção Label attribute name (Nome do atributo de 
rótulo) e defina o nome para que corresponda ao nome em seu manifesto.

Se você estiver usando a API, as instruções são as mesmas daquelas para iniciar um trabalho 
encadeado. No entanto, certifique-se de carregar o manifesto em um bucket do Amazon S3 e usá-lo 
em vez de usar o manifesto de saída de um trabalho anterior.

O valor do Nome de atributo do rótulo no manifesto deve estar de acordo com as considerações de 
nomenclatura discutidas acima.

Segurança e permissões do Ground Truth

Use os tópicos desta página para saber mais sobre os recursos de segurança do Ground Truth 
e como configurar permissões do IAM do AWS Identity and Access Management para criar um 
trabalho de rotulagem. Além disso, saiba como criar um perfil de execução. Uma função de execução 
é a função que você especifica quando cria uma tarefa de rotulagem. Essa função é usada para 
iniciar o trabalho de rotulagem.

Se você for um novo usuário e quiser começar rapidamente ou se não precisar de permissões 
granulares, consulte Use políticas gerenciadas do IAM com o Ground Truth.

Para obter mais informações sobre Usuários e funções do IAM, consulte Identidades (Usuários, 
grupos e funções) no Guia do usuário do IAM.

Para saber mais sobre o uso do IAM com o SageMaker, consulte Identity and Access Management 
para Amazon SageMaker.

Tópicos
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• Requisitos de permissão do CORS

• Atribua permissões do IAM para usar o Ground Truth

• Usando o Amazon SageMaker Ground Truth em uma Amazon Virtual Private Cloud

• Criptografia de volume de dados de saída e de armazenamento

• Autenticação e restrições da força de trabalho

Requisitos de permissão do CORS

No início de 2020, navegadores amplamente utilizados como o Chrome e o Firefox alteraram o 
comportamento padrão para girar imagens com base nos metadados da imagem, conhecidos 
como dados EXIF. Anteriormente, as imagens eram exibidas nos navegadores exatamente como 
eram armazenadas no disco, geralmente sem rotação. Após a alteração, as imagens agora giram 
de acordo com um metadado da imagem chamado valor de orientação. Isso tem implicações 
importantes para toda a comunidade de machine learning (ML). Por exemplo, se a orientação 
EXIF não for considerada, os aplicativos usados para anotar imagens podem exibir imagens em 
orientações inesperadas e resultar em rótulos incorretos.

A partir do Chrome 89, o AWS não pode mais impedir automaticamente a rotação de imagens 
porque o grupo de padrões da web W3C decidiu que a capacidade de controlar a rotação de 
imagens viola a Política de Mesma Origem da web. Portanto, para garantir que os operadores 
humanos anotem as imagens de entrada em uma orientação previsível ao enviar solicitações para 
criar um trabalho de rotulagem, você deve adicionar uma política de cabeçalho CORS aos buckets 
do S3 que contêm as imagens de entrada.

Important

Se você não adicionar uma configuração de CORS aos buckets do S3 que contém os dados 
de entrada, as tarefas de rotulagem de dados desses objetos de dados de entrada falharão.

Por padrão, se você criar uma tarefa por meio do console do Ground Truth, o CORS será habilitado. 
Se todos os seus dados de entrada não estiverem localizados no mesmo bucket do Amazon S3 
que o arquivo manifesto de entrada, você deverá adicionar uma configuração de CORS a todos os 
buckets do Amazon S3 que contêm dados de entrada usando as instruções a seguir.

Se estiver usando a API CreateLabelingJob para criar um trabalho de rotulagem do Ground 
Truth, você poderá adicionar uma política de CORS a um bucket do Amazon S3 que contém dados 
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de entrada no console do S3. Para definir os cabeçalhos CORS necessários no bucket do Amazon 
S3 que contém as imagens de entrada no console do Amazon S3, siga as instruções detalhadas 
em Como faço para adicionar o compartilhamento de recursos entre domínios com o CORS?. Use o 
código de configuração de CORS a seguir para os buckets que hospedam as imagens. Se você usar 
o console do Amazon S3 para adicionar a política ao bucket, deverá usar o formato JSON.

Important

Se você criar uma nuvem de pontos 3D ou um trabalho de rotulagem de quadros de vídeo, 
deverá adicionar regras à configuração de CORS. Para saber mais, consulte Requisitos de 
permissão do trabalho de rotulagem de nuvem de pontos 3D e Requisitos de permissão de 
trabalho do quadro de vídeo, respectivamente.

JSON

[{ 
   "AllowedHeaders": [], 
   "AllowedMethods": ["GET"], 
   "AllowedOrigins": ["*"], 
   "ExposeHeaders": ["Access-Control-Allow-Origin"]
}]

XML

<CORSConfiguration> 
 <CORSRule> 
   <AllowedOrigin>*</AllowedOrigin> 
   <AllowedMethod>GET</AllowedMethod> 
   <ExposeHeader>Access-Control-Allow-Origin</ExposeHeader> 
 </CORSRule>
</CORSConfiguration>

Atribua permissões do IAM para usar o Ground Truth

Use os tópicos desta seção para aprender a usar políticas gerenciadas e personalizadas (IAM) 
AWS Identity and Access Management para gerenciar o acesso ao Ground Truth e aos recursos 
associados.

Você pode usar as seções desta página para aprender o seguinte:
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• Como criar políticas do IAM que concedam permissão a um usuário ou função para criar um 
trabalho de rotulagem. Os administradores podem usar políticas do IAM para restringir o acesso ao 
Amazon SageMaker e a outros serviços AWS específicos do Ground Truth.

• Como criar um perfil de execução do SageMaker. Uma função de execução é a função que você 
especifica quando cria uma tarefa de rotulagem. A função é usada para iniciar e gerenciar o 
trabalho de rotulagem.

Veja a seguir uma visão geral dos tópicos que você encontrará nesta página:

• Se você está começando a usar o Ground Truth ou não precisa de permissões granulares para 
o caso de uso, é recomendável usar as políticas gerenciadas do IAM descritas em Use políticas 
gerenciadas do IAM com o Ground Truth.

• Para saber mais sobre as permissões necessárias para usar o console do Ground Truth no
Conceder permissões do IAM para usar o console do Amazon SageMaker Ground Truth. Esta 
seção inclui exemplos de políticas que concedem permissão a uma entidade do IAM para criar e 
modificar equipes de trabalho privadas, assinar equipes de trabalho de fornecedores e criar fluxos 
de trabalho de rotulagem personalizados.

• Ao criar um trabalho de rotulagem, você deve fornecer uma função de execução. Use Crie uma 
função de execução do SageMaker para um trabalho de rotulagem do Ground Truth para saber 
mais sobre as permissões necessárias para essa função.

Use políticas gerenciadas do IAM com o Ground Truth

O SageMaker e o Ground Truth fornecem políticas gerenciadas do AWS que você pode usar para 
criar um trabalho de rotulagem. Se você está começando a usar o Ground Truth e não precisa de 
permissões granulares para seu caso de uso, é recomendável usar as seguintes políticas:

• AmazonSageMakerFullAccess – Use essa política para dar permissão a um usuário ou função 
para criar um trabalho de rotulagem. Essa é uma política ampla que concede a uma entidade 
permissão para usar os recursos do SageMaker, bem como os recursos dos serviços AWS 
necessários por meio do console e da API. Essa política dá permissão à entidade para criar um 
trabalho de rotulagem e criar e gerenciar forças de trabalho usando o Amazon Cognito. Para saber 
mais, consulte a Política do AmazonSageMakerFullAccess.

• AmazonSageMakerGroundTruthExecution – Para criar um perfil de execução, você pode 
anexar a política AmazonSageMakerGroundTruthExecution a uma função. Uma função de 
execução é uma função que você especifica quando cria um trabalho de rotulagem e é usada para 
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iniciar o trabalho de rotulagem. Essa política permite criar trabalhos de rotulagem de streaming 
e não streaming e criar um trabalho de rotulagem usando qualquer tipo de tarefa. Observe os 
seguintes limites dessa política gerenciada.

• Permissões do Amazon S3: essa política concede uma permissão de perfil de execução para 
acessar os buckets do Amazon S3 com as seguintes sequências de caracteres no nome:
GroundTruth, Groundtruth, groundtruth, SageMaker, Sagemaker, e sagemaker ou 
um bucket com uma tag de objeto que inclui SageMaker no nome (não diferenciar maiúsculas 
de minúsculas). Certifique-se de que os nomes dos buckets de entrada e saída incluam esses 
strings de caracteres ou adicione permissões ao seu perfil de execução para conceder acesso 
aos buckets do Amazon S3. Você deve dar permissão a essa função para realizar as seguintes 
ações nos buckets AbortMultipartUpload, GetObject e PutObject do Amazon S3.

• Fluxos de trabalho personalizados: quando você cria um fluxo de trabalho de rotulagem 
personalizado, esse perfil de execução é restrita à invocação de funções AWS Lambda 
com uma das seguintes strings como parte do nome da função: GtRecipe, SageMaker,
Sagemaker, sagemaker ou LabelingFunction. Isso se aplica a ambas as funções de pré-
anotação e de pós-anotação do Lambda. Se você escolher usar nomes sem essas strings, 
deverá fornecer explicitamente a permissão lambda:InvokeFunction para o perfil de 
execução usado para criar o trabalho de rotulagem.

Para saber como anexar uma política gerenciada do AWS a um usuário ou uma função, consulte
Adicionar e remover permissões de identidade do IAM no Guia do usuário do IAM.

Conceder permissões do IAM para usar o console do Amazon SageMaker Ground Truth

Para usar a área Ground Truth do console do SageMaker, você precisa conceder permissão a uma 
entidade para acessar o SageMaker e outros serviços AWS com os quais o Ground Truth interage. 
As permissões necessárias para acessar outros serviços AWS dependem do seu caso de uso:

• As permissões do Amazon S3 são necessárias para todos os casos de uso. Essas permissões 
devem conceder acesso aos buckets do Amazon S3 que contêm dados de entrada e saída.

• As permissões do AWS Marketplace são necessárias para usar a força de trabalho de um 
fornecedor.

• A permissão do Amazon Cognito é necessária para a configuração de uma equipe de trabalho 
privada.

• As permissões do AWS KMS são necessárias para visualizar as chaves AWS KMS disponíveis 
que podem ser usadas para criptografia de dados de saída.
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• As permissões do IAM são necessárias para listar as funções de execução preexistentes ou criar 
uma. Além disso, você deve adicionar uma permissão PassRole para que o SageMaker use o 
perfil de execução escolhido para iniciar o trabalho de rotulagem.

As seções a seguir listam as políticas que você talvez queira conceder a uma função para usar uma 
ou mais funções do Ground Truth.

Tópicos

• Permissões do console Ground Truth

• Personalizar permissões de fluxo de trabalho de rotulagem

• Permissões de força de trabalho privada

• Permissões da força de trabalho do fornecedor

Permissões do console Ground Truth

Para conceder permissão a um usuário ou função para usar a área do console do SageMaker para 
criar um trabalho de rotulagem, anexe a seguinte política ao usuário ou função. A política a seguir 
concede permissão de função do IAM para criar um trabalho de rotulagem usando um tipo de tarefa 
integrado. Se você quiser criar um fluxo de trabalho de rotulagem personalizado, adicione a política 
em Personalizar permissões de fluxo de trabalho de rotulagem à política a seguir. Cada Statement
incluído na política a seguir está descrito abaixo desse bloco de código.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "SageMakerApis", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "KmsKeysForCreateForms", 
            "Effect": "Allow", 
            "Action": [ 
                "kms:DescribeKey", 
                "kms:ListAliases" 
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            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AccessAwsMarketplaceSubscriptions", 
            "Effect": "Allow", 
            "Action": [ 
                "aws-marketplace:ViewSubscriptions" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SecretsManager", 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:CreateSecret", 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:ListSecrets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "ListAndCreateExecutionRoles", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:ListRoles", 
                "iam:CreateRole", 
                "iam:CreatePolicy", 
                "iam:AttachRolePolicy" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "PassRoleForExecutionRoles", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
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        }, 
        { 
            "Sid": "GroundTruthConsole", 
            "Effect": "Allow", 
            "Action": [ 
                "groundtruthlabeling:*", 
                "lambda:InvokeFunction", 
                "lambda:ListFunctions", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "s3:GetBucketCors", 
                "s3:PutBucketCors", 
                "s3:ListAllMyBuckets", 
                "cognito-idp:AdminAddUserToGroup", 
                "cognito-idp:AdminCreateUser", 
                "cognito-idp:AdminDeleteUser", 
                "cognito-idp:AdminDisableUser", 
                "cognito-idp:AdminEnableUser", 
                "cognito-idp:AdminRemoveUserFromGroup", 
                "cognito-idp:CreateGroup", 
                "cognito-idp:CreateUserPool", 
                "cognito-idp:CreateUserPoolClient", 
                "cognito-idp:CreateUserPoolDomain", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:ListGroups", 
                "cognito-idp:ListIdentityProviders", 
                "cognito-idp:ListUsers", 
                "cognito-idp:ListUsersInGroup", 
                "cognito-idp:ListUserPoolClients", 
                "cognito-idp:ListUserPools", 
                "cognito-idp:UpdateUserPool", 
                "cognito-idp:UpdateUserPoolClient" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Esta política inclui as seguintes instruções: Você pode definir o escopo de qualquer uma dessas 
instruções adicionando recursos específicos à lista Resource dessa instrução.
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SageMakerApis

Essa instrução inclui sagemaker:*, que permite ao usuário realizar todas as ações de API do 
SageMaker. Você pode reduzir o escopo dessa política restringindo os usuários de realizar ações 
que não são usadas para criar e monitorar um trabalho de rotulagem.

KmsKeysForCreateForms

Você só precisa incluir essa instrução se quiser conceder permissão de usuário para listar e 
selecionar chaves AWS KMS no console do Ground Truth para usar na criptografia de dados de 
saída. A política acima concede ao usuário permissão para listar e selecionar qualquer chave na 
conta no AWS KMS. Para restringir as chaves que um usuário pode listar e selecionar, especifique 
os ARNs dessas chaves no Resource.

SecretsManager

Essa instrução dá ao usuário permissão para descrever, listar e criar recursos no AWS Secrets 
Manager necessários para criar o trabalho de rotulagem.

ListAndCreateExecutionRoles

Essa instrução dá ao usuário permissão para listar (ListRoles) e criar (CreateRole) funções 
do IAM na conta. Também concede ao usuário permissão para criar (CreatePolicy) políticas e 
anexar (AttachRolePolicy) políticas a entidades. Elas são necessários para listar, selecionar e, 
se necessário, criar uma função de execução no console.

Se você já criou um perfil de execução e deseja restringir o escopo dessa instrução para que os 
usuários só possam selecionar essa função no console, especifique os ARNs das funções que 
você deseja que o usuário tenha permissão para visualizar no Resource e remova as ações
CreateRole, CreatePolicy e AttachRolePolicy.

AccessAwsMarketplaceSubscriptions

Essas permissões são necessárias para visualizar e escolher as equipes de trabalho do fornecedor 
nas quais você já está inscrito ao criar um trabalho de rotulagem. Para dar permissão ao usuário 
para se inscrever nas equipes de trabalho do fornecedor, adicione a instrução em Permissões da 
força de trabalho do fornecedor à política acima

PassRoleForExecutionRoles

Isso é necessário para permitir que o criador do trabalho de rotulagem visualize a interface do 
usuário do operador e verifique se os dados de entrada, os rótulos e as instruções estão exibidos 
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corretamente. Essa instrução dá a uma entidade permissões para passar a função de execução 
do IAM usada para criar o trabalho de rotulagem para o SageMaker para renderizar e visualizar a 
interface do usuário do operador. Para restringir o escopo dessa política, adicione o ARN do perfil de 
execução usada para criar o trabalho de rotulagem em Resource.

GroundTruthConsole

• groundtruthlabeling – Isso permite que o usuário execute as ações necessárias para usar 
determinados recursos do console do Ground Truth. Isso inclui permissões para descrever o 
status do trabalho de rotulagem (DescribeConsoleJob), listar todos os objetos de conjunto 
de dados no arquivo manifesto de entrada (ListDatasetObjects), filtrar o conjunto de dados 
se a amostragem do conjunto de dados for selecionada (RunFilterOrSampleDatasetJob) 
e gerar arquivos manifesto de entrada se a rotulagem automática de dados for usada 
(RunGenerateManifestByCrawlingJob). Essas ações só estão disponíveis ao usar o console 
do Ground Truth e não podem ser chamadas diretamente usando uma API.

• lambda:InvokeFunction e lambda:ListFunctions – Essas ações dão aos usuários 
permissão para listar e invocar funções do Lambda que são usadas para executar um fluxo de 
trabalho de rotulagem personalizado.

• s3:* – Todas as permissões do Amazon S3 incluídas nesta instrução são usadas para visualizar 
buckets do Amazon S3 para configuração automatizada de dados (ListAllMyBuckets), acessar 
dados de entrada no Amazon S3 (ListBucket, GetObject), verificar e criar uma política de 
CORS no Amazon S3, se necessário (GetBucketCors e PutBucketCors), e gravar arquivos de 
saída do trabalho de rotulagem no S3 (PutObject).

• cognito-idp – Essas permissões são usadas para criar, visualizar e gerenciar uma força de 
trabalho privada usando o Amazon Cognito. Para saber mais sobre essas ações, consulte as
referências de API do Amazon Cognito.

Personalizar permissões de fluxo de trabalho de rotulagem

Adicione a instrução a seguir a uma política semelhante à já existente em Permissões do console 
Ground Truth para dar permissão ao usuário para selecionar funções do Lambda preexistentes de 
pré-anotação e pós-anotação ao criar um fluxo de trabalho de rotulagem personalizado.

{ 
    "Sid": "GroundTruthConsoleCustomWorkflow", 
    "Effect": "Allow", 
    "Action": [ 
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        "lambda:InvokeFunction", 
        "lambda:ListFunctions" 
    ], 
    "Resource": "*"
}

Para saber como dar permissão a uma entidade para criar e testar funções do Lambda de pré-
anotação e pós-anotação, consulte Permissões obrigatórias para usar o Lambda com o Ground 
Truth.

Permissões de força de trabalho privada

Quando adicionada a uma política de permissões, a permissão a seguir concede acesso para criar e 
gerenciar uma força de trabalho privada e uma equipe de trabalho usando o Amazon Cognito. Essas 
permissões não são necessárias para usar uma força de trabalho do OIDC IdP.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "cognito-idp:AdminAddUserToGroup", 
        "cognito-idp:AdminCreateUser", 
        "cognito-idp:AdminDeleteUser", 
        "cognito-idp:AdminDisableUser", 
        "cognito-idp:AdminEnableUser", 
        "cognito-idp:AdminRemoveUserFromGroup", 
        "cognito-idp:CreateGroup", 
        "cognito-idp:CreateUserPool", 
        "cognito-idp:CreateUserPoolClient", 
        "cognito-idp:CreateUserPoolDomain", 
        "cognito-idp:DescribeUserPool", 
        "cognito-idp:DescribeUserPoolClient", 
        "cognito-idp:ListGroups", 
        "cognito-idp:ListIdentityProviders", 
        "cognito-idp:ListUsers", 
        "cognito-idp:ListUsersInGroup", 
        "cognito-idp:ListUserPoolClients", 
        "cognito-idp:ListUserPools", 
        "cognito-idp:UpdateUserPool", 
        "cognito-idp:UpdateUserPoolClient" 
        ], 
    "Resource": "*"
}
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Para saber mais sobre como usar forças de trabalho privadas usando o Amazon Cognito, consulte
Crie e gerencie a força de trabalho do Amazon Cognito.

Permissões da força de trabalho do fornecedor

É possível adicionar a instrução a seguir à política em Conceder permissões do IAM para usar o 
console do Amazon SageMaker Ground Truth para conceder permissão para que uma entidade se 
inscreva em uma força de trabalho do fornecedor.

{ 
    "Sid": "AccessAwsMarketplaceSubscriptions", 
    "Effect": "Allow", 
    "Action": [ 
        "aws-marketplace:Subscribe", 
        "aws-marketplace:Unsubscribe", 
        "aws-marketplace:ViewSubscriptions" 
    ], 
    "Resource": "*"
}

Crie uma função de execução do SageMaker para um trabalho de rotulagem do Ground Truth

Ao configurar um trabalho de rotulagem, é necessário fornecer um perfil de execução que é uma 
função que o SageMaker tem permissão de aceitar para iniciar e executar o trabalho de rotulagem.

Essa função deve conceder permissão ao Ground Truth para acessar o seguinte:

• O Amazon S3 para recuperar os dados de entrada e gravar os dados de saída em 
um bucket do Amazon S3. Você pode conceder permissão para uma função do IAM 
acessar um bucket inteiro fornecendo o ARN do bucket ou conceder acesso aos recursos 
específicos em um bucket. Por exemplo, o ARN de um bucket pode ser semelhante a
arn:aws:s3:::awsexamplebucket1 e o ARN de um recurso em um bucket do Amazon S3 
pode ser semelhante ao arn:aws:s3:::awsexamplebucket1/prefix/file-name.png. 
Para aplicar uma ação a todos os recursos em um bucket do Amazon S3, use o curinga: *. Por 
exemplo, arn:aws:s3:::awsexamplebucket1/prefix/*. Para obter mais informações, 
consulte Recursos do Amazon S3 no Guia do usuário do Amazon Simple Storage Service.

• CloudWatch para registrar em log as métricas de operador e os status de trabalhos de rotulagem.

• AWS KMS para criptografia de dados (Optional)

• AWS Lambda para processar dados de entrada e saída ao criar um fluxo de trabalho 
personalizado.
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Além disso, se você criar um trabalho de rotulagem de streaming, essa função deverá ter permissão 
para acessar:

• Amazon SQS para criar uma interação com uma fila do SQS usada para gerenciar solicitações de 
rotulagem.

• Amazon SNS para assinar e recuperar mensagens do tópico de entrada do Amazon SNS e para 
enviar mensagens para o tópico de saída do Amazon SNS.

Todas essas permissões podem ser concedidas com a política gerenciada
AmazonSageMakerGroundTruthExecution, exceto:

• Criptografia do volume de dados e armazenamento dos buckets do Amazon S3. Para saber 
como configurar essas permissões, consulte Criptografe os dados de saída e o volume de 
armazenamento com AWS KMS.

• Permissão para selecionar e invocar funções do Lambda que não incluam GtRecipe,
SageMaker, Sagemaker, sagemaker ou LabelingFunction no nome da função.

• Buckets do Amazon S3 que não incluem GroundTruth, Groundtruth, groundtruth,
SageMaker, Sagemaker e sagemaker no prefixo ou no nome do bucket ou uma tag de objeto
que inclua o SageMaker no nome (não diferenciar maiúsculas de minúsculas).

Se você precisar de permissões mais granulares do que as fornecidas em
AmazonSageMakerGroundTruthExecution, use os exemplos de políticas a seguir para criar um 
perfil de execução adequada ao seu caso de uso específico.

Tópicos

• Requisitos de funções de execução de tipos de tarefas integrados (sem streaming)

• Requisitos de funções de execução de tipos de tarefas integrados (streaming)

• Requisitos da função de execução para tipos de tarefas personalizados

• Requisitos de permissão para rotulagem automatizada de dados

Requisitos de funções de execução de tipos de tarefas integrados (sem streaming)

A política a seguir concede permissão para criar um trabalho de rotulagem para um tipo de tarefa 
integrado. Essa política de execução não inclui permissões para criptografia ou descriptografia de 
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dados do AWS KMS. Substitua cada ARN vermelho em itálico por seus próprios ARNs do Amazon 
S3.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "S3ViewBuckets", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<input-bucket-name>", 
                "arn:aws:s3:::<output-bucket-name>" 
            ] 
        }, 
        { 
            "Sid": "S3GetPutObjects", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<input-bucket-name>/*", 
                "arn:aws:s3:::<output-bucket-name>/*" 
            ] 
        }, 
        { 
            "Sid": "CloudWatch", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "*" 
        } 
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    ]
}

Requisitos de funções de execução de tipos de tarefas integrados (streaming)

Se você criar um trabalho de rotulagem de streaming, deverá adicionar uma política semelhante à 
seguinte à função de execução usada para criar o trabalho de rotulagem. Para restringir o escopo 
da política, substitua o * em Resource por recursos específicos do AWS que você deseja conceder 
permissão à função do IAM para acessar e usar.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<input-bucket-name>/*", 
                "arn:aws:s3:::<output-bucket-name>/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetBucketLocation", 
                "s3:ListBucket" 
            ], 
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            "Resource": [ 
                "arn:aws:s3:::<input-bucket-name>", 
                "arn:aws:s3:::<output-bucket-name>" 
            ] 
        }, 
        { 
            "Sid": "CloudWatch", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "StreamingQueue", 
            "Effect": "Allow", 
            "Action": [ 
                "sqs:CreateQueue", 
                "sqs:DeleteMessage", 
                "sqs:GetQueueAttributes", 
                "sqs:GetQueueUrl", 
                "sqs:ReceiveMessage", 
                "sqs:SendMessage", 
                "sqs:SendMessageBatch", 
                "sqs:SetQueueAttributes" 
            ], 
            "Resource": "arn:aws:sqs:*:*:*GroundTruth*" 
        }, 
        { 
            "Sid": "StreamingTopicSubscribe", 
            "Effect": "Allow", 
            "Action": "sns:Subscribe", 
            "Resource": [ 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<input-topic-name>", 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<output-topic-name>" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "sns:Protocol": "sqs" 
                }, 
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                "StringLike": { 
                    "sns:Endpoint": "arn:aws:sns:<aws-region>:<aws-account-
number>:*GroundTruth*" 
                } 
            } 
        }, 
        { 
            "Sid": "StreamingTopic", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Publish" 
            ], 
            "Resource": [ 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<input-topic-name>", 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<output-topic-name>" 
            ] 
        }, 
        { 
            "Sid": "StreamingTopicUnsubscribe", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Unsubscribe" 
            ], 
            "Resource": [ 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<input-topic-name>", 
                "arn:aws:sns:<aws-region>:<aws-account-number>:<output-topic-name>" 
            ] 
        } 
    ]
}

Requisitos da função de execução para tipos de tarefas personalizados

Se você quiser criar um fluxo de trabalho de rotulagem personalizado, adicione a seguinte instrução 
a uma política de função de execução, como as encontradas em Requisitos de funções de execução 
de tipos de tarefas integrados (sem streaming) ou Requisitos de funções de execução de tipos de 
tarefas integrados (streaming).

Essa política dá permissão ao perfil de execução para Invoke as funções do Lambda de pré-
anotação e pós-anotação.

{ 
    "Sid": "LambdaFunctions", 
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    "Effect": "Allow", 
    "Action": [ 
        "lambda:InvokeFunction" 
    ], 
    "Resource": [ 
        "arn:aws:lambda:<region>:<account-id>:function:<pre-annotation-lambda-name>", 
        "arn:aws:lambda:<region>:<account-id>:function:<post-annotation-lambda-name>" 
    ]
}

Requisitos de permissão para rotulagem automatizada de dados

Se você quiser criar um trabalho de rotulagem com a rotulagem automática de dados ativada, você 
deve 1) adicionar uma política à política do IAM anexada ao perfil de execução e 2) atualizar a 
política de confiança do perfil de execução.

A instrução a seguir permite que a função de execução do IAM seja passada para o SageMaker 
para que ela possa ser usada para executar os trabalhos de treinamento e inferência usados para 
aprendizado ativo e rotulagem automática de dados, respectivamente. Adicione essa instrução a 
uma política de função de execução como as encontradas em Requisitos de funções de execução 
de tipos de tarefas integrados (sem streaming) ou Requisitos de funções de execução de tipos 
de tarefas integrados (streaming). arn:aws:iam::<account-number>:role/<role-
name>Substitua pelo ARN da função de execução. Você pode encontrar o ARN do perfil do IAM no 
console do IAM em Funções.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "iam:PassRole" 
    ], 
    "Resource": "arn:aws:iam::<account-number>:role/<execution-role-name>", 
    "Condition": { 
        "StringEquals": { 
            "iam:PassedToService": [ 
                "sagemaker.amazonaws.com" 
            ] 
        } 
    }
}
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A instrução a seguir permite que o SageMaker assuma a função de execução para criar e gerenciar 
as tarefas de treinamento e inferência do SageMaker. Essa política deve ser adicionada à relação de 
confiança da função de execução. Para saber como adicionar ou modificar uma política de confiança 
de função do IAM, consulte Modificar uma função no Guia do usuário do IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": { 
        "Effect": "Allow", 
        "Principal": {"Service": "sagemaker.amazonaws.com" }, 
        "Action": "sts:AssumeRole" 
    }
}

Criptografe os dados de saída e o volume de armazenamento com AWS KMS

Você pode usar AWS Key Management Service (AWS KMS) para criptografar os dados de saída 
de um trabalho de rotulagem especificando uma chave gerenciada pelo cliente ao criar o trabalho 
de rotulagem. Se você usar a operação de API CreateLabelingJob para criar um trabalho 
de rotulagem que usa rotulagem automatizada de dados, você também pode usar uma chave 
gerenciada pelo cliente para criptografar o volume de armazenamento anexado às instâncias de 
computação de ML para executar os trabalhos de treinamento e inferência.

Esta seção descreve as políticas do IAM que você deve anexar à chave gerenciada pelo cliente para 
habilitar a criptografia de dados de saída e as políticas que você deve anexar à chave gerenciada 
pelo cliente e à função de execução para usar a criptografia do volume de armazenamento. 
Para saber mais sobre essas opções, consulte Criptografia de volume de dados de saída e de 
armazenamento.

Criptografar dados de saída usando o KMS

Se você especificar uma chave gerenciada pelo cliente AWS KMS para criptografar os dados de 
saída, deverá adicionar uma política do IAM semelhante à seguinte para a essa chave. Essa política 
dá à função de execução do IAM que você usa para criar seu trabalho de rotulagem permissão para 
usar essa chave para realizar todas as ações listadas em "Action". Para saber mais, consulte 
essas ações, consulte AWS KMSPermissões no Guia do desenvolvedor AWS Key Management 
Service.

Para usar essa política, substitua o ARN da função de serviço do IAM em "Principal" pelo perfil 
de execução que você usa para criar o trabalho de rotulagem. Quando você cria um trabalho de 
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rotulagem no console, esse é a função que você especifica para a Função do IAM na seção Visão 
geral do trabalho. Quando você cria um trabalho de rotulagem usando o CreateLabelingJob, 
esse é o ARN que você especifica para o RoleArn.

{ 
    "Sid": "AllowUseOfKmsKey", 
    "Effect": "Allow", 
    "Principal": { 
        "AWS": "arn:aws:iam::111122223333:role/service-role/example-role" 
    }, 
    "Action": [ 
        "kms:Encrypt", 
        "kms:Decrypt", 
        "kms:ReEncrypt*", 
        "kms:GenerateDataKey*", 
        "kms:DescribeKey" 
    ], 
    "Resource": "*"
}

Criptografe dados automatizados, rotulagem e volume de armazenamento de instâncias de 
computação de ML

Se você especificar a VolumeKmsKeyId para criptografar o volume de armazenamento anexado à 
instância de computação de ML usada para treinamento e inferência automatizados de rotulagem de 
dados, faça o seguinte:

• Anexe as permissões descritas em Criptografar dados de saída usando o KMS à chave gerenciada 
pelo cliente.

• Anexe uma política semelhante à que segue para a função de execução do IAM que você usará 
para criar o trabalho de rotulagem. Essa é a função do IAM que você especifica RoleArn em
CreateLabelingJob. Para saber mais sobre a "kms:CreateGrant" ação que essa política 
permite, consulte CreateGrant na Referência de API do AWS Key Management Service.

{
"Version": "2012-10-17",  
"Statement":  
 [   
   { 
    "Effect": "Allow", 
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    "Action": [ 
       "kms:CreateGrant" 
    ], 
    "Resource": "*" 
  }
]
}

Para saber mais sobre a criptografia de volume de armazenamento do Ground Truth, consulte Use 
a chave do KMS para criptografar o volume de armazenamento de rotulagem automática de dados 
(apenas API).

Usando o Amazon SageMaker Ground Truth em uma Amazon Virtual Private Cloud

O Amazon Virtual Private Cloud (Amazon VPC) é um serviço com o qual é possível iniciar recursos 
AWS em uma rede virtual logicamente isolada definida por você. Você pode criar e executar um 
trabalho de rotulagem do Ground Truth dentro de uma Amazon VPC em vez de fazer a conexão pela 
Internet. Quando você inicia um trabalho de rotulagem em uma Amazon VPC, a comunicação entre a 
VPC e a Ground Truth é realizada integralmente e com segurança na rede AWS.

Um trabalho de rotulagem da Ground Truth na Amazon VPC segue o mesmo comportamento 
dos endpoints do PrivateLink. Para obter mais informações, consulte Shares subnets (Sub-redes 
compartilhadas).

Este guia mostra como você pode usar o Ground Truth em uma Amazon VPC das seguintes 
maneiras:

1. Execute um trabalho de rotulagem do Amazon SageMaker Ground Truth em uma Amazon Virtual 
Private Cloud

2. Use o modo Amazon VPC a partir de um portal de operador privado

Execute um trabalho de rotulagem do Amazon SageMaker Ground Truth em uma Amazon Virtual 
Private Cloud

O Amazon SageMaker Ground Truth é compatível com as funcionalidades a seguir.

• Você pode usar políticas de bucket do Amazon S3 para controlar o acesso a buckets de endpoints 
da Amazon VPC específicos ou VPCs específicas. Se você iniciar um trabalho de rotulagem e 
seus dados de entrada estiverem localizados em um bucket do Amazon S3 com acesso restrito 
aos usuários em sua VPC, você poderá adicionar uma política do bucket para conceder permissão 
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também ao endpoint da Ground Truth para acessar o bucket. Para saber mais, consulte Permita 
que o Ground Truth acesse buckets Amazon S3 restritos à VPC.

• Você pode iniciar um trabalho automatizado de rotulagem de dados em sua VPC. Usa-se uma 
configuração de VPC para especificar sub-redes e grupos de segurança da VPC. O SageMaker 
usa essa configuração para iniciar os trabalhos de treinamento e inferência usados para rotulagem 
automática de dados em sua VPC. Para saber mais, consulte Criar um trabalho de rotulagem 
automatizada em uma VPC.

Talvez você queira usar essas opções de qualquer uma das formas a seguir.

• Você pode usar esses dois métodos para iniciar um trabalho de rotulagem usando um bucket 
Amazon S3 protegido por VPC com rotulagem automática de dados ativada.

• Você pode iniciar um trabalho de rotulagem usando qualquer tipo de trabalho integrado usando um 
bucket protegido por VPC.

• Você pode iniciar um fluxo de trabalho de rotulagem personalizado usando um bucket protegido 
por VPC. O Ground Truth interage com suas funções do Lambda de pré-anotação e pós-anotação 
usando um endpoint. AWS PrivateLink

Recomendamos que você revise Pré-requisitos para executar um trabalho de rotulagem Ground 
Truth em uma VPC antes de criar um trabalho de rotulagem em uma Amazon VPC.

Pré-requisitos para executar um trabalho de rotulagem Ground Truth em uma VPC

Analise os pré-requisitos a seguir antes de criar um trabalho de rotulagem Ground Truth em uma 
Amazon VPC.

• Se você for um novo usuário do Ground Truth, consulte Conceitos básicos para saber como criar 
um trabalho de rotulagem.

• Se seus dados de entrada estiverem localizados em um bucket Amazon S3 protegido por VPC, 
seus operadores devem acessar o portal do operador a partir de sua VPC.

Note

Ao iniciar um trabalho de rotulagem em sua VPC, use uma equipe de trabalho privada. 
Para saber mais sobre como criar uma equipe de trabalho privada, consulte Usar uma 
força de trabalho privada.
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• Se quiser iniciar um trabalho automatizado de rotulagem de dados em sua VPC, revise os pré-
requisitos a seguir.

• Use as instruções em Criar um endpoint da VPC do Amazon S3. Os contêineres de treinamento 
e inferência usados no fluxo de trabalho automatizado de rotulagem de dados usam esse 
endpoint para se comunicar com seus buckets no Amazon S3.

• Consulte Automatizar rotulagem de dados para saber mais sobre esse recurso. Observe que 
a rotulagem automática de dados é compatível com os seguintes tipos de tarefa integrados:
classificação de imagem (rótulo único), segmentação de semântica de imagem, caixa 
delimitadora e classificação de texto (rótulo único). Os trabalhos de rotulagem de streaming não 
são compatíveis com a rotulagem de dados automatizada.

• Revise a seção Segurança e permissões do Ground Truth e verifique se você atendeu às 
condições a seguir.

• O usuário que está criando o trabalho de rotulagem tem todas as permissões necessárias

• Você criou uma função de execução do IAM com as permissões obrigatórias. Se você não 
precisar de permissões ajustadas para seu caso de uso, recomendamos que use as políticas 
gerenciadas do IAM descritas em Conceder permissões gerais para começar a usar o Ground 
Truth.

• Permita que sua VPC tenha acesso aos buckets sagemaker-labeling-data-region
e sm-bxcb-region-saved-task-states S3. Esses são buckets S3 regionalizados de 
propriedade do sistema que são acessados do portal do operador durante a execução do 
trabalho. Usamos esses buckets para interagir com os dados gerenciados pelo sistema.

Permita que o Ground Truth acesse buckets Amazon S3 restritos à VPC

As seções a seguir fornecem detalhes sobre as permissões que o Ground Truth exige para iniciar 
trabalhos de rotulagem usando buckets do Amazon S3 que têm acesso restrito à sua VPC e 
endpoints da VPC. Para aprender como restringir o acesso a um bucket do Amazon S3 para uma 
VPC, consulte Controle do acesso de endpoints da VPC com políticas de bucket no Guia do usuário 
do Amazon Simple Storage Service. Para saber como adicionar uma política a um bucket do S3, 
consulte Adicionar uma política do bucket usando o console do Amazon S3.
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Note

Modificar as políticas nos buckets existentes pode fazer com que os trabalhos IN_PROGRESS
do Ground Truth falhem. Recomendamos que você inicie novos trabalhos usando um novo 
bucket. Se quiser continuar usando o mesmo bucket, realize um dos procedimentos a seguir.

• Aguarde a conclusão de um trabalho IN_PROGRESS.

• Encerre o trabalho usando o console ou o AWS CLI.

Você pode restringir o acesso dos usuários ao bucket do Amazon S3 em sua VPC usando um 
endpoint AWS PrivateLink. Veja a seguir um exemplo de política do bucket do S3 que permite 
acesso a um bucket específico, <bucket-name>, de <vpc> e do endpoint <vpc-endpoint>
somente. Quando modificar essa política, substitua todo o texto em itálico vermelho pelos
seus recursos e especificações.

Note

A política a seguir nega que todas as entidades, exceto usuários em uma VPC, executem 
as ações listadas em Action. Se você não incluir ações nessa lista, elas ainda poderão 
ser acessadas por qualquer entidade que tenha acesso a esse bucket e permissão 
para realizar essas ações. Por exemplo, se um usuário tiver permissão para executar
GetBucketLocation em seu bucket do Amazon S3, a política abaixo não impede o usuário 
de realizar essa ação fora da sua VPC.

{ 
 "Version": "2012-10-17", 
 "Id": "Policy1415115909152", 
 "Statement": [ 
  { 
   "Sid": "Access-to-specific-VPCE-only", 
   "Principal": "*", 
   "Action": [ 
    "s3:GetObject", 
    "s3:PutObject" 
   ], 
   "Effect": "Deny", 
   "Resource": [ 
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    "arn:aws:s3:::<bucket-name>", 
    "arn:aws:s3:::<bucket-name>/*" 
   ], 
   "Condition": { 
    "StringNotEquals": { 
     "aws:sourceVpce": [ 
      "<vpc-endpoint>", 
      "<vpc>" 
     ] 
    } 
   } 
  } 
 ]
}

O Ground Truth deve ser capaz de realizar as seguintes ações do Amazon S3 nos buckets do S3 
que você usa para configurar o trabalho de rotulagem.

"s3:AbortMultipartUpload",
"s3:GetObject",
"s3:PutObject",
"s3:ListBucket",
"s3:GetBucketLocation"

Você pode fazer isso adicionando um endpoint do Ground Truth à política do bucket, como a 
mencionada anteriormente. A tabela a seguir inclui endpoints do serviço Ground Truth para cada 
região AWS. Adicione um endpoint na mesma região AWS que você usa para executar seu trabalho 
de rotulagem à sua política do bucket.

Região AWS Ponto final do Ground Truth

us-east-2 vpce-02569ba1c40aad0bc

us-east-1 vpce-08408e335ebf95b40

us-west-2 vpce-0ea07aa498eb78469

ca-central-1 vpce-0d46ea4c9ff55e1b7

eu-central-1 vpce-0865e7194a099183d
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Região AWS Ponto final do Ground Truth

eu-west-2 vpce-0bccd56798f4c5df0

eu-west-1 vpce-0788e7ed8628e595d

ap-south-1 vpce-0d7fcda14e1783f11

ap-southeast-2 vpce-0b7609e6f305a77d4

ap-southeast-1 vpce-0e7e67b32e9efed27

ap-northeast-2 vpce-007893f89e05f2bbf

ap-northeast-1 vpce-0247996a1a1807dbd

Por exemplo, as seguintes restrições GetObject e PutObject ações de política em:

• Um bucket do Amazon S3 para usuários em uma VPC (<vpc>)

• Um endpoint da VPC (<vpc-endpoint>)

• Um endpoint de serviço Ground Truth (<ground-truth-endpoint>)

{ 
    "Version": "2012-10-17", 
    "Id": "1", 
    "Statement": [ 
        { 
            "Sid": "DenyAccessFromNonGTandCustomerVPC", 
            "Effect": "Deny", 
            "Principal": "*", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<bucket-name>", 
                "arn:aws:s3:::<bucket-name>/*" 
            ], 
            "Condition": { 
                "ForAllValues:StringNotEquals": { 
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                    "aws:sourceVpce": [ 
                        "<vpc-endpoint>", 
                        "<ground-truth-endpoint>" 
                    ], 
                    "aws:SourceVpc": "<vpc>" 
                } 
            } 
        } 
    ]
}

Se quiser que um usuário tenha permissão para iniciar um trabalho de rotulagem usando o console 
Ground Truth, você também deve adicionar o ARN do usuário à política do bucket usando a condição
aws:PrincipalArn. Esse usuário também deve ter permissão para realizar as seguintes ações do 
Amazon S3 no bucket que você usa para iniciar o trabalho de rotulagem.

"s3:GetObject",
"s3:PutObject",
"s3:ListBucket",
"s3:GetBucketCors",
"s3:PutBucketCors",
"s3:ListAllMyBuckets",

O código a seguir é um exemplo de uma política do bucket que restringe a permissão para realizar 
as ações listadas Action no bucket do S3 <bucket-name> ao seguinte.

• <role-name>

• Os endpoints da VPC listados em aws:sourceVpce

• Usuários dentro da VPC chamados <vpc>

{ 
    "Version": "2012-10-17", 
    "Id": "1", 
    "Statement": [ 
        { 
            "Sid": "DenyAccessFromNonGTandCustomerVPC", 
            "Effect": "Deny", 
            "Principal": "*", 
            "Action": [ 
                "s3:GetObject", 
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                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::<bucket-name>/*", 
                "arn:aws:s3:::<bucket-name>" 
            ], 
            "Condition": { 
                "ForAllValues:StringNotEquals": { 
                    "aws:sourceVpce": [ 
                        "<vpc-endpoint>", 
                        "<ground-truth-endpoint>" 
                    ], 
                    "aws:PrincipalArn": "arn:aws:iam::<aws-account-id>:role/<role-
name>", 
                    "aws:SourceVpc": "<vpc>" 
                } 
            } 
        } 
    ]
}

Note

Os endpoints de VPC de interface Amazon e os buckets protegidos do Amazon S3 que você 
usa para dados de entrada e saída devem estar localizados na mesma região AWS que você 
usa para criar o trabalho de rotulagem.

Depois de conceder permissão ao Ground Truth para acessar seus buckets do Amazon S3, você 
pode usar um dos tópicos em Criar um trabalho de rotulagem para iniciar um trabalho de rotulagem. 
Especifique os buckets Amazon S3 restritos a VPC para seus buckets de dados de entrada e saída.

Criar um trabalho de rotulagem automatizada em uma VPC

Para criar um trabalho automatizado de rotulagem de dados usando uma Amazon VPC, forneça uma 
configuração de VPC usando o console Ground Truth ou a operação de API CreateLabelingJob. 
O SageMaker usa as sub-redes e os grupos de segurança que você fornece para iniciar os trabalhos 
de treinamento e inferências usados para rotulagem automática.
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Important

Antes de iniciar um trabalho automatizado de rotulagem de dados com uma configuração 
de VPC, certifique-se de ter criado um endpoint de VPC do Amazon S3 usando a VPC que 
deseja usar para o trabalho de rotulagem. Para saber como, consulte Criar um endpoint da 
VPC no Amazon S3.
Além disso, se você criar um trabalho automatizado de rotulagem de dados usando um 
bucket Amazon S3 restrito a VPC, deverá seguir as instruções em Permita que o Ground 
Truth acesse buckets Amazon S3 restritos à VPC para dar permissão ao Ground Truth para 
acessar o bucket.

Use os procedimentos a seguir para aprender como adicionar uma configuração de VPC à sua 
solicitação de trabalho de rotulagem.

Adicione uma configuração de VPC a um trabalho de rotulagem de dados automatizada (console):

1. Siga as instruções em Criar um trabalho de rotulagem (Console) e conclua cada etapa do 
procedimento, até a etapa 15.

2. Na seção Operadores, marque a caixa de seleção ao lado de Ativar rotulagem de dados 
automatizada.

3. Maximize a seção Configuração da VPC do console selecionando a seta.

4. Especifique a Virtual Private Cloud (VPC) que deseja usar no seu trabalho de rotulagem de 
dados automatizada.

5. Escolha a lista suspensa em Sub-redes e selecione uma ou mais sub-redes.

6. Escolha a lista suspensa em Grupos de segurança e selecione um ou mais grupos.

7. Conclua todas as etapas restantes do procedimento em Criar um trabalho de rotulagem 
(Console).

Adicione uma configuração de VPC a um trabalho de rotulagem de dados automatizada (console):

Para configurar um trabalho de rotulagem usando a operação de API do Ground Truth,
CreateLabelingJob, siga as instruções em Criar um trabalho de rotulagem de dados 
automatizada (API) para configurar sua solicitação. Além dos parâmetros descritos nesta 
documentação, você deve incluir um parâmetro VpcConfig em LabelingJobResourceConfig
para especificar uma ou mais sub-redes e grupos de segurança usando o esquema a seguir.
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"LabelingJobAlgorithmsConfig": {  
      "InitialActiveLearningModelArn": "string", 
      "LabelingJobAlgorithmSpecificationArn": "string", 
      "LabelingJobResourceConfig": {  
         "VolumeKmsKeyId": "string", 
         "VpcConfig": {  
            "SecurityGroupIds": [ "string" ], 
            "Subnets": [ "string" ] 
         } 
      }
}

Veja a seguir um exemplo de uma solicitação do AWS Python SDK (Boto3) para criar um trabalho de 
rotulagem de dados automatizada na região Leste dos EUA (Norte da Virgínia) usando uma força de 
trabalho privada. Substitua todo o texto em itálico vermelho pelos recursos e especificações 
do seu trabalho de rotulagem. Para saber mais sobre a operação CreateLabelingJob, consulte o 
tutorial Criar um trabalho de rotulagem (API) e a documentação de API CreateLabelingJob.

import boto3
client = boto3.client(service_name='sagemaker')

response = client.create_labeling_job( 
    LabelingJobName="example-labeling-job", 
    LabelAttributeName="label", 
    InputConfig={ 
        'DataSource': { 
            'S3DataSource': { 
                'ManifestS3Uri': "s3://bucket/path/manifest-with-input-data.json"
            } 
        } 
    }, 
    "LabelingJobAlgorithmsConfig": { 
      "LabelingJobAlgorithmSpecificationArn": "arn:aws:sagemaker:us-
east-1:027400017018:labeling-job-algorithm-specification/tasktype", 
      "LabelingJobResourceConfig": {  
         "VpcConfig": {  
            "SecurityGroupIds": [ "sg-01233456789", "sg-987654321" ], 
            "Subnets": [ "subnet-e0123456", "subnet-e7891011" ] 
         } 
      } 
    }, 
    OutputConfig={ 
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        'S3OutputPath': "s3://bucket/path/file-to-store-output-data", 
        'KmsKeyId': "string"
    }, 
    RoleArn="arn:aws:iam::*:role/*, 
    LabelCategoryConfigS3Uri="s3://bucket/path/label-categories.json", 
    StoppingConditions={ 
        'MaxHumanLabeledObjectCount': 123, 
        'MaxPercentageOfInputDatasetLabeled': 123
    }, 
    HumanTaskConfig={ 
        'WorkteamArn': "arn:aws:sagemaker:region:*:workteam/private-crowd/*", 
        'UiConfig': { 
            'UiTemplateS3Uri': "s3://bucket/path/custom-worker-task-template.html"
        }, 
        'PreHumanTaskLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:PRE-tasktype", 
        'TaskKeywords': [ 
            "Images", 
            "Classification", 
            "Multi-label" 
        ], 
        'TaskTitle': "Add task title here", 
        'TaskDescription': "Add description of task here for workers", 
        'NumberOfHumanWorkersPerDataObject': 1, 
        'TaskTimeLimitInSeconds': 3600, 
        'TaskAvailabilityLifetimeInSeconds': 21600, 
        'MaxConcurrentTaskCount': 1000, 
        'AnnotationConsolidationConfig': { 
            'AnnotationConsolidationLambdaArn': "arn:aws:lambda:us-
east-1:432418664414:function:ACS-tasktype" 
        }, 
    Tags=[ 
        { 
            'Key': "string", 
            'Value': "string"
        }, 
    ]
)

Use o modo Amazon VPC a partir de um portal de operador privado

Para restringir o acesso ao portal do trabalhador aos rotuladores que trabalham dentro da sua 
Amazon VPC, você pode adicionar uma configuração da VPC ao criar uma força de trabalho privada 
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da Ground Truth. Você também pode adicionar uma configuração da VPC a uma força de trabalho 
privada existente. O Ground Truth cria automaticamente endpoints de VPC de interface em sua VPC 
e se configura o AWS PrivateLink entre seu endpoint de VPC e os serviços Ground Truth. A URL 
do portal do trabalhador associada à força de trabalho pode ser acessado de sua VPC. A URL do 
portal do operador também pode ser acessada pela Internet pública até que você defina a restrição 
na Internet pública. Quando você exclui a força de trabalho ou remove a configuração da VPC de sua 
força de trabalho, o Ground Truth exclui automaticamente os endpoints da VPC associados à força 
de trabalho.

Note

Pode haver apenas uma VPC com suporte para uma força de trabalho.

As tarefas de Nuvem de Pontos e de vídeo não oferecem suporte ao carregamento por meio de uma 
VPC.

O guia monstra instruções sobre como concluir as etapas necessárias para adicionar e excluir uma 
configuração do Amazon VPC da sua força de trabalho e satisfazer os pré-requisitos.

Pré-requisitos

Para executar uma de rotulagem de veracidade Ground Truth no Amazon VPC, revise os seguintes 
pré-requisitos.

• Você tem uma Amazon VPC configurada que você pode usar. Se você não configurou uma VPC, 
siga estas instruções para criar uma VPC.

• Dependendo de como um modelo de tarefas de operador é escrito, os dados de rotulagem 
armazenados em um bucket do Amazon S3 podem ser acessados diretamente do Amazon S3 
durante as tarefas de rotulagem. Nesses casos, a rede VPC deve ser configurada para permitir 
o tráfego do dispositivo usado pelo rotulador humano para o bucket do S3 contendo dados de 
rotulagem.

• Siga Exibir e atualizar atributos DNS para sua VPC para habilitar nomes de host DNS e a 
resolução de DNS da sua VPC.
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Note

Há duas maneiras de configurar sua VPC para sua força de trabalho. Você pode fazer isso 
por meio do console ou da CLI AWS do SageMaker.

Usando o console do SageMaker para gerenciar uma configuração de VPC

Você pode usar o console do SageMaker para adicionar ou remover uma configuração da VPC. 
Você também pode excluir uma força de trabalho existente.

Adicionando uma configuração da VPC à sua força de trabalho

Criando uma força de trabalho privada

• Criando uma força de trabalho privada usando o Amazon Cognito

• Criando uma força de trabalho privada usando o provedor de identidades (IdP) OpenID Connect 
(OIDC).

Depois de criar sua força de trabalho privada, adicione uma configuração da VPC a ela.

1. Navegue até o tempo de execução do Amazon SageMaker no seu console.

2. Selecione Forças de trabalho de rotulagem no painel esquerdo.

3. Selecione Privado para acessar sua força de trabalho privada. Depois que seu status da força de 
trabalho estiver Ativo, selecione Adicionar ao lado de VPC.

4. Quando você vir a mensagem para configurar a VPC, forneça o seguinte:

a. Sua VPC

b. Sub-redes

i. Certifique-se de que sua VPC tenha uma sub-rede existente

c. Grupos de segurança

i.
Note

Você não pode selecionar mais que 5 grupos de segurança.

d. Depois de preencher essas informações, escolha Confirmar.
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5. Depois de escolher Confirmar, você será redirecionado de volta à página Privada em Forças de 
trabalho de rotulagem. Você verá um banner verde na parte superior que diz A atualização da sua 
força de trabalho privada com a configuração da VPC foi inicializada com êxito. O status da força 
de trabalho será Atualizando. Ao lado do botão Excluir força de trabalho está o botão Atualizar, 
que pode ser usado para recuperar o status mais recente do Status da força de trabalho. Depois 
que o status da força de trabalho for alterado para Ativo, o ID do endpoint da VPC também será 
atualizado.

Removendo uma configuração da VPC da sua força de trabalho

Use as informações a seguir para remover uma configuração da VPC da sua força de trabalho 
usando o console.

1. Navegue até o Tempo de Execução do Amazon SageMaker no seu console.

2. Selecione Forças de trabalho de rotulagem no painel esquerdo.

3. Encontre e selecione sua força de trabalho.

4. Em Resumo da força de trabalho privada, encontre VPC e escolha Remover ao lado dela.

5. Selecione Remover.

Excluir uma força de trabalho por meio do console

Se você excluir uma força de trabalho, não deverá ter nenhuma equipe associada a ela. Você pode 
excluir uma força de trabalho apenas se o status da força de trabalho for Ativo ou Falha.

Use as informações a seguir para excluir uma força de trabalho usando o console.

1. Navegue até o Amazon SageMaker Runtime no seu console.

2. Selecione Forças de trabalho de rotulagem no painel esquerdo.

3. Encontre e selecione a sua força de trabalho.

4. Escolha Excluir força de trabalho.

5. Escolha Excluir.

Usando a API AWS do SageMaker para gerenciar uma configuração de VPC

Faça o download dos arquivos a seguir para usar um novo parâmetro VpcConfig na CLI da força 
de trabalho do SageMaker:
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sagemaker-2017-07-24.normal.json

sagemaker-2017-07-24.paginators.json

sagemaker-2017-07-24.waiters-2.json

Depois de fazer o download dos arquivos, execute os seguintes comandos na sua CLI:

aws configure add-model --service-model file://./sagemaker-2017-07-24.normal.json --
service-name sagemaker

cp ./sagemaker-2017-07-24.paginators.json ~/.aws/models/sagemaker/2017-07-24/
paginators.json

cp ./sagemaker-2017-07-24.waiters-2.json ~/.aws/models/sagemaker/2017-07-24/
waiters-2.json

Agora você pode testar as alterações na sua API usando a CLI AWS. Você pode criar uma nova 
força de trabalho com uma configuração da VPC ou atualizar uma força de trabalho existente para 
adicionar uma configuração da VPC. Você também pode remover uma configuração da VPC de uma 
força de trabalho existente.

Crie uma força de trabalho com uma configuração da VPC

Se a conta já tiver uma força de trabalho, você deverá excluí-la primeiro. Você também pode 
atualizar a força de trabalho com a configuração da VPC.

aws sagemaker create-workforce --cognito-config '{"ClientId": "app-client-
id","UserPool": "Pool_ID",}' --workforce-vpc-config \        
" {\"VpcId\": \"vpc-id\", \"SecurityGroupIds\": [\"sg-0123456789abcdef0\"], \"Subnets
\": [\"subnet-0123456789abcdef0\"]}" --workforce-name workforce-name
{ 
    "WorkforceArn": "arn:aws:sagemaker:us-west-2:xxxxxxxxx:workforce/workforce-name"
} 
             

Descreva a força de trabalho e verifique se o status é Initializing.
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aws sagemaker describe-workforce --workforce-name workforce-name
{ 
    "Workforce": { 
        "WorkforceName": "workforce-name", 
        "WorkforceArn": "arn:aws:sagemaker:us-west-2:xxxxxxxxx:workforce/workforce-
name", 
        "LastUpdatedDate": 1622151252.451, 
        "SourceIpConfig": { 
            "Cidrs": [] 
        }, 
        "SubDomain": "subdomain.us-west-2.sagamaker.aws.com", 
        "CognitoConfig": { 
            "UserPool": "Pool_ID", 
            "ClientId": "app-client-id" 
        }, 
        "CreateDate": 1622151252.451, 
        "WorkforceVpcConfig": { 
            "VpcId": "vpc-id", 
            "SecurityGroupIds": [ 
                "sg-0123456789abcdef0" 
            ], 
            "Subnets": [ 
                "subnet-0123456789abcdef0" 
            ] 
        }, 
        "Status": "Initializing" 
    }
} 
             

Navegue até o console do Amazon VPC. Selecione Endpoints no painel esquerdo. Deve haver dois 
endpoints da VPC criados na sua conta.

Adicionar uma configuração da VPC à sua força de trabalho

Atualize uma força de trabalho privada que não seja da VPC com uma configuração da VPC usando 
o comando a seguir.

aws sagemaker update-workforce --workforce-name workforce-name\
--workforce-vpc-config "{\"VpcId\": \"vpc-id\", \"SecurityGroupIds\": 
 [\"sg-0123456789abcdef0\"], \"Subnets\": [\"subnet-0123456789abcdef0\"]}" 
             

Segurança e permissões 1810



Amazon SageMaker Guia do Desenvolvedor

Descreva a força de trabalho e verifique se o status é Updating.

aws sagemaker describe-workforce --workforce-name workforce-name
{ 
    "Workforce": { 
        "WorkforceName": "workforce-name", 
        "WorkforceArn": "arn:aws:sagemaker:us-west-2:xxxxxxxxx:workforce/workforce-
name", 
        "LastUpdatedDate": 1622151252.451, 
        "SourceIpConfig": { 
            "Cidrs": [] 
        }, 
        "SubDomain": "subdomain.us-west-2.sagamaker.aws.com", 
        "CognitoConfig": { 
            "UserPool": "Pool_ID", 
            "ClientId": "app-client-id" 
        }, 
        "CreateDate": 1622151252.451, 
        "WorkforceVpcConfig": { 
            "VpcId": "vpc-id", 
            "SecurityGroupIds": [ 
                "sg-0123456789abcdef0" 
            ], 
            "Subnets": [ 
                "subnet-0123456789abcdef0" 
            ] 
        }, 
        "Status": "Updating" 
    }
}                 
             

Navegue até o console do Amazon VPC. Selecione Endpoints no painel esquerdo. Deve haver dois 
VPC endpoints criados na sua conta.

Removendo uma configuração da VPC da sua força de trabalho

Atualize uma força de trabalho privada da VPC com uma configuração da VPC vazia para remover 
os recursos da VPC.

aws sagemaker update-workforce --workforce-name workforce-name\  
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--workforce-vpc-config "{}"                 
             

Descreva a força de trabalho e verifique se o status é Updating.

aws sagemaker describe-workforce --workforce-name workforce-name
{ 
    "Workforce": { 
        "WorkforceName": "workforce-name", 
        "WorkforceArn": "arn:aws:sagemaker:us-west-2:xxxxxxxxx:workforce/workforce-
name", 
        "LastUpdatedDate": 1622151252.451, 
        "SourceIpConfig": { 
            "Cidrs": [] 
        }, 
        "SubDomain": "subdomain.us-west-2.sagamaker.aws.com", 
        "CognitoConfig": { 
            "UserPool": "Pool_ID", 
            "ClientId": "app-client-id" 
        }, 
        "CreateDate": 1622151252.451, 
        "Status": "Updating" 
    }
}                 
             

Navegue até o seu console do Amazon VPC. Selecione Endpoints no painel esquerdo. Os dois 
endpoints da VPC devem ser excluídos.

Restrinja o acesso público ao portal do operador enquanto mantém o acesso por meio de uma VPC

Os operadores em um portal de operador VPC ou não VPC podem ver os trabalhos de rotulagem 
atribuídos a eles. A atribuição vem da atribuição de trabalhadores em uma equipe de trabalho por 
meio de grupos OIDC. É responsabilidade do cliente restringir o acesso aos seus portais público de 
trabalhadores, definindo o sourceIpConfig em sua força de trabalho.

Note

Você pode restringir o acesso ao portal do trabalhador somente por meio da API do 
SageMaker. Isso não pode ser feito por meio do console.
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Use o comando a seguir para restringir o acesso público ao portal de trabalhadores.

aws sagemaker update-workforce --region us-west-2 \
--workforce-name workforce-demo --source-ip-config '{"Cidrs":["10.0.0.0/16"]}'          
        
             

Depois que o sourceIpConfig for configurado na força de trabalho, os trabalhadores podem 
acessar o portal de trabalhadores na VPC, mas não pela Internet pública.

Note

Você não pode definir a restrição sourceIP para o portal de trabalhadores na VPC.

Criptografia de volume de dados de saída e de armazenamento

Com o Amazon SageMaker Ground Truth, você pode rotular dados altamente sigilosos, manter o 
controle dos dados e empregar as práticas recomendadas de segurança. Enquanto sua tarefa de 
rotulagem está em execução, o Ground Truth criptografa os dados em trânsito e em repouso. Além 
disso, você pode usar o AWS Key Management Service (AWS KMS) com o Ground Truth para fazer 
o seguinte:

• Use uma chave gerenciada pelo cliente para criptografar os dados de saída.

• Use a chave gerenciada pelo cliente AWS KMS com o trabalho automatizado de rotulagem de 
dados para criptografar o volume de armazenamento anexado à instância de computação usada 
para treinamento e inferência de modelos.

Use os tópicos desta página para saber mais sobre os recursos de segurança do Ground Truth.

Use sua chave KMS para criptografar dados de saída

Opcionalmente, você pode fornecer uma chave gerenciada pelo cliente AWS KMS ao criar um 
trabalho de rotulagem, que o Ground Truth usa para criptografar os dados de saída.

Se você não fornecer uma chave gerenciada pelo cliente, o Amazon SageMaker usará o Chave 
gerenciada pela AWS padrão do Amazon S3 para a conta da sua função para criptografar os dados 
de saída.
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Se você fornecer uma chave gerenciada pelo cliente, você deve adicionar as permissões obrigatórias 
à chave descrita em Criptografe os dados de saída e o volume de armazenamento com AWS KMS. 
Ao usar a operação de API CreateLabelingJob, você pode especificar o ID da chave gerenciada 
pelo cliente usando o parâmetro KmsKeyId. Consulte o procedimento a seguir para saber como 
adicionar uma chave gerenciada pelo cliente ao criar um trabalho de rotulagem usando o console.

Para adicionar uma chave AWS KMS para criptografar os dados de saída (console):

1. Siga as sete etapas em Criar um trabalho de rotulagem (console).

2. Na etapa 8, selecione a seta ao lado de Configuração adicional para expandir essa seção.

3. Em Chave de criptografia, selecione a chave AWS KMS que você deseja usar para criptografar 
os dados de saída.

4. Conclua o restante das etapas em Criar um trabalho de rotulagem (console) para criar um 
trabalho de rotulagem.

Use a chave do KMS para criptografar o volume de armazenamento de rotulagem automática de 
dados (apenas API)

Ao criar um trabalho de rotulagem com rotulagem automatizada de dados usando a operação de 
API CreateLabelingJob, você tem a opção de criptografar o volume de armazenamento anexado 
às instâncias de computação de ML que executam os trabalhos de treinamento e inferência. Para 
adicionar criptografia ao volume de armazenamento, use o parâmetro VolumeKmsKeyId para inserir 
uma chave gerenciada pelo cliente AWS KMS. Para obter mais informações sobre esse parâmetro, 
consulte LabelingJobResourceConfig.

Se você especificar um ARN ou ID da chave para o VolumeKmsKeyId, o perfil de execução 
do SageMaker deverá incluir permissões para chamar o kms:CreateGrant. Para saber como 
adicionar essa permissão a um perfil de execução, consulte Crie uma função de execução do 
SageMaker para um trabalho de rotulagem do Ground Truth.

Note

Se você especificar uma chave gerenciada pelo cliente AWS KMS ao criar um trabalho de 
rotulagem no console, essa chave será usada apenas para criptografar os dados de saída. 
Ele não é usado para criptografar o volume de armazenamento anexado às instâncias de 
computação de ML usadas para rotulagem automática de dados.

Segurança e permissões 1814

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_LabelingJobOutputConfig.html#sagemaker-Type-LabelingJobOutputConfig-KmsKeyId
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_LabelingJobResourceConfig.html#sagemaker-Type-LabelingJobResourceConfig-VolumeKmsKeyId


Amazon SageMaker Guia do Desenvolvedor

Autenticação e restrições da força de trabalho

O Ground Truth permite que você use sua própria força de trabalho privada para trabalhar em 
trabalhos de rotulagem. Uma força de trabalho privada é um conceito abstrato e refere-se a um 
conjunto de pessoas que trabalham para você. Cada trabalho de rotulagem é criado usando uma 
equipe de trabalho composta por operadores de sua força de trabalho. O Ground Truth é compatível 
com a criação de força de trabalho privada usando o Amazon Cognito.

A força de trabalho do Ground Truth é mapeada para um grupo de usuários do Cognito. A equipe 
de trabalho do Ground Truth é mapeada para um grupo de usuários do Amazon Cognito. O Amazon 
Cognito gerencia a autenticação do operador. O Amazon Cognito é compatível com a conexão Open 
ID (OIDC) e os clientes podem configurar a federação do Amazon Cognito com o próprio provedor de 
identidades (IdP).

O Ground Truth permite apenas uma força de trabalho por conta por região da AWS. Cada força de 
trabalho tem um URL de login do portal de trabalho do Ground Truth dedicado.

Você também pode restringir os operadores a um intervalo de endereços de bloco CIDR 
(Roteamento sem classe entre domínios)/IP. Isso significa que as anotações devem estar em uma 
rede específica para acessar o site de anotação. Você pode adicionar até dez blocos CIDR para uma 
força de trabalho. Para saber mais, consulte Gerencie a força de trabalho privada usando a API do 
Amazon SageMaker.

Para saber como é possível criar uma força de trabalho privada, consulte Criar uma força de trabalho 
privada (Amazon Cognito).

Restringir acesso a tipos de força de trabalho

As equipes de trabalho do Amazon SageMaker Ground Truth se dividem em um dos três tipos 
de força de trabalho: pública (com o Amazon Mechanical Turk), privada e fornecedora. Para 
restringir o acesso do usuário a uma equipe de trabalho específica usando um desses tipos ou 
o ARN de equipe de trabalho, use o sagemaker:WorkteamType e/ou as chaves de condição
sagemaker:WorkteamArn. Para a chave de condição sagemaker:WorkteamType, use
operadores de condição de string. Para a chave de condição sagemaker:WorkteamArn, use 
os operadores de condição do nome do recurso da Amazon (ARN). Se o usuário tentar criar um 
trabalho de rotulagem com uma equipe de trabalho restrita, o SageMaker responderá com um erro 
de acesso negado.
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As políticas abaixo demonstram diferentes maneiras de usar as chaves de condição
sagemaker:WorkteamType e sagemaker:WorkteamArncom operadores de condição 
apropriados e valores de condição válidos.

O exemplo a seguir usa a chave de condição sagemaker:WorkteamType com o operador de 
condição StringEquals para restringir o acesso a uma equipe de trabalho pública. Ele aceita 
valores de condição no seguinte formato: workforcetype-crowd, em que workforcetype pode 
ser igual a public, private ou vendor.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:WorkteamType": "public-crowd" 
                } 
            } 
        } 
    ]
}

As políticas a seguir mostram como restringir o acesso a uma equipe de trabalho pública usando 
a chave de condição sagemaker:WorkteamArn. O primeiro mostra como usá-lo com um regex-
variant válido do ARN de equipe de trabalho e o operador de condição ArnLike. O segundo mostra 
como usá-lo com o operador de condição ArnEquals e o ARN de equipe de trabalho.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "ArnLike": { 
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                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:*:*:workteam/public-
crowd/*" 
                } 
            } 
        } 
    ]
}

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "ArnEquals": { 
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:us-
west-2:394669845002:workteam/public-crowd/default" 
                } 
            } 
        } 
    ]
}

Monitorar o status do trabalho de rotulagem

Para monitorar o status de seus trabalhos de rotulagem, você pode configurar uma regra do Amazon 
CloudWatch Events (CloudWatch Events) para o Amazon SageMaker Ground Truth (Ground Truth) 
para enviar um evento ao CloudWatch Events quando o status de um trabalho de rotulagem mudar 
para Completed, Failed ou Stopped, ou quando um operador aceita, recusa, envia ou retorna 
uma tarefa.

Depois de criar uma regra, você pode adicionar um destino a ela. O CloudWatch Events usa esse 
destino para invocar outro serviço AWS para processar o evento. Por exemplo, você pode criar um 
destino usando um tópico do Amazon Simple Notification Service (Amazon SNS) para enviar uma 
notificação para seu e-mail quando um status de trabalho de rotulagem for alterado.

Pré-requisitos:
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Para criar uma regra do CloudWatch Events, você precisará de uma função AWS Identity 
and Access Management da função do (IAM) com uma política anexada de confiança 
do events.amazonaws.com. Veja a seguir um exemplo de uma política de confiança 
events.amazonaws.com.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "", 
      "Effect": "Allow", 
      "Principal": { 
        "Service": [ 
          "events.amazonaws.com" 
        ] 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}

Tópicos

• Enviar eventos para o CloudWatch Events

• Configurar um destino para processar eventos

• Expiração do trabalho de rotulagem

• Tarefas em declínio

Enviar eventos para o CloudWatch Events

Para configurar uma regra do CloudWatch Events para obter atualizações de status ou eventos
para seus trabalhos de rótulo de veracidade do Ground Truth, use o comando AWS Command Line 
Interface (AWS CLI) put-rule. Você pode filtrar eventos que são enviados para sua regra por 
alteração de status. Por exemplo, você pode criar uma regra que o notifique somente se o status de 
um trabalho de rotulagem for alterado para Completed. Ao usar o comando put-rule, especifique 
o seguinte para receber status de trabalho de rotulagem:

• \"source\":[\"aws.sagemaker\"]

• \"detail-type\":[\"SageMaker Ground Truth Labeling Job State Change\"]
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Para configurar uma regra de eventos do CloudWatch para monitorar todas as alterações 
de status, use o comando a seguir e substitua o texto de espaço reservado. Por exemplo, 
substitua "GTLabelingJobStateChanges" pelo nome exclusivo de uma regra de eventos do 
CloudWatch e "arn:aws:iam::111122223333:role/MyRoleForThisRule" com o número 
de recurso da Amazon (ARN) de uma função do IAM com uma política anexada de confiança do 
events.amazonaws.com.

aws events put-rule --name "GTLabelingJobStateChanges" 
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker 
 Ground Truth Labeling Job State Change\"]}"  
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule" 
    --region "region"

Para filtrar por status de trabalho, use a sintaxe \"detail\":{\"LabelingJobStatus\":
[\"Status\"]}}". Os valores válidos para Status são Completed, Failed e Stopped.

O exemplo a seguir cria uma regra de eventos do CloudWatch que notifica você quando um trabalho 
de rotulagem no oeste dos EUA (Oregon) muda para Completed.

aws events put-rule --name "LabelingJobCompleted"  
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker 
 Ground Truth Labeling Job State Change\"], \"detail\":{\"LabelingJobStatus\":
[\"Completed\"]}}"   
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule"  
    --region us-west-2

O exemplo a seguir cria uma regra de eventos do CloudWatch que notifica você quando um trabalho 
de rotulagem no leste dos EUA (Virgínia) se altera para Completed ou Failed.

aws events put-rule --name "LabelingJobCompletedOrFailed"  
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker 
 Ground Truth Labeling Job State Change\"], \"detail\":{\"LabelingJobStatus\":
[\"Completed\", \"Failed\"]}}"   
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule"  
    --region us-east-1

Para saber mais sobre put-rule, consulte Padrões de eventos no CloudWatch Events no Manual 
do usuário do Amazon CloudWatch Events.
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Configurar um destino para processar eventos

Depois de criar uma regra, eventos semelhantes aos seguintes são enviados ao CloudWatch Events. 
Neste exemplo, o status do trabalho de rotulagem test-labeling-job mudou para Completed.

{ 
    "version": "0", 
    "id": "111e1111-11d1-111f-b111-1111b11dcb11", 
    "detail-type": "SageMaker Ground Truth Labeling Job State Change", 
    "source": "aws.sagemaker", 
    "account": "111122223333", 
    "time": "2018-10-06T12:26:13Z", 
    "region": "us-east-1", 
    "resources": [ 
        "arn:aws:sagemaker:us-east-1:111122223333:labeling-job/test-labeling-job" 
    ], 
    "detail": {       
        "LabelingJobStatus": "Completed" 
    }
}

Para processar eventos, você precisa configurar um destino. Por exemplo, se você quiser receber 
um e-mail quando o status do trabalho de rotulagem for alterado, use um procedimento em
Configurar notificações do Amazon SNS no Manual do Usuário do Amazon CloudWatch para 
configurar um tópico do Amazon SNS e inscrever seu e-mail nele. Depois de criar um tópico, você 
pode usá-lo para criar um destino.

Para adicionar um destino à suas regras de eventos do CloudWatch

1. Abra o console do CloudWatch: https://console.aws.amazon.com/cloudwatch/home

2. No painel de navegação, escolha Rules (Regras).

3. Escolha a regra à qual você deseja adicionar um destino.

4. Escolha Ações e, em seguida, escolha Editar.

5. Em Targets (Destinos), escolha Add Target (Adicionar destino) e escolha o serviço da AWS que 
você deseja que atue quando um evento de alteração de status de trabalho de rotulagem for 
detectado.

6. Configure seu destino. Para obter instruções, consulte o tópico para configurar um destino na
Documentação AWS da AWS desse serviço.

7. Escolha Configure details (Configurar detalhes).
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8. Em Name (Nome), informe um nome e, opcionalmente, forneça detalhes sobre a finalidade da 
regra em Description (Descrição).

9. Certifique-se de que a caixa de verificação ao lado de State (Estado) esteja selecionada para 
que a regra seja listada como Enabled (Habilitada).

10. Escolha Upgrade rule (Atualizar regra).

Expiração do trabalho de rotulagem

O trabalho de rotulagem expirará se não for concluído em 30 dias. Caso expire, você poderá 
encadear o trabalho para criar um novo trabalho de rotulagem que enviará apenas dados não 
rotulados aos operadores. Para obter mais informações e para saber como criar um trabalho de 
rotulagem usando encadeamento, consulte Encadeamento de trabalhos de rotulagem.

Tarefas em declínio

Os trabalhadores podem declinar tarefas.

Os trabalhadores declinam uma tarefa se as instruções não estiverem claras, os dados 
de entrada não estiverem sendo exibidos corretamente ou se encontrarem algum outro 
problema com a tarefa. Se o número de trabalhadores por objetos de conjunto de dados 
(NumberOfHumanWorkersPerDataObject) recusar a tarefa, o objeto de dados será marcado 
como expirado e não será enviado para operadores adicionais.

Use o Amazon SageMaker Ground Truth Plus para rotular dados

O Amazon SageMaker Ground Truth Plus é um serviço de etiquetagem de dados pronto para 
uso que usa uma força de trabalho especializada para fornecer anotações de alta qualidade com 
rapidez e reduzir custos em até 40%. Usando o SageMaker Ground Truth Plus, cientistas de dados e 
gerentes de negócios, como gerentes de operações de dados e gerentes de programas, podem criar 
conjuntos de dados de treinamento de alta qualidade sem precisar criar aplicativos de etiquetagem 
e gerenciar as forças de trabalho de etiquetagem por conta própria. Você pode começar a usar 
o Amazon SageMaker Ground Truth Plus fazendo o upload de dados junto com os requisitos de 
rotulagem no Amazon S3.

Por que usar o SageMaker Ground Truth Plus?

Para treinar um modelo de machine learning (ML), os cientistas de dados precisam de conjuntos 
de dados grandes, de alta qualidade e rotulados. À medida que a adoção do ML cresce, as 
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necessidades de rotulagem aumentam. Isso força os cientistas de dados a passarem semanas 
criando fluxos de trabalho de rotulagem de dados e gerenciando uma força de trabalho de rotulagem 
de dados. Infelizmente, isso retarda a inovação e aumenta os custos. Para garantir que os cientistas 
de dados possam dedicar o seu tempo criando, treinando e implantando modelos de ML, os 
cientistas de dados normalmente encarregam outras equipes internas, compostas por gerentes de 
operações de dados e gerentes de programas, de produzir conjuntos de dados de treinamento de 
alta qualidade. No entanto, essas equipes normalmente não têm acesso às habilidades necessárias 
para fornecer conjuntos de dados de treinamento de alta qualidade, o que afeta os resultados de ML. 
Assim sendo, você procura um parceiro de rotulagem de dados que possa ajudá-los a criar conjuntos 
de dados de treinamento de alta qualidade em grande escala sem consumir seus recursos internos.

Quando você carrega os dados, o SageMaker Ground Truth Plus configura os fluxos de trabalho 
de rotulagem de dados e os opera em seu nome. A partir daí, uma força de trabalho especializada 
treinada em uma variedade de tarefas de aprendizado de máquina (ML) executa a rotulagem 
de dados. SageMaker Atualmente, o Ground Truth Plus oferece dois tipos de mão de obra 
especializada: uma força de trabalho empregada pela Amazon e uma lista selecionada de 
fornecedores terceirizados. SageMaker O Ground Truth Plus oferece a flexibilidade de escolher a 
força de trabalho de etiquetagem. AWSos especialistas selecionam a melhor força de trabalho em 
etiquetagem com base nos requisitos do seu projeto. Por exemplo, se você precisar de pessoas 
proficientes em rotular arquivos de áudio, especifique isso nas diretrizes fornecidas ao SageMaker 
Ground Truth Plus, e o serviço selecionará automaticamente os rotuladores com essas habilidades.

Important

SageMaker O Ground Truth Plus não suporta dados certificados PHI, PCI ou FedRAMP, e 
você não deve fornecer esses dados ao Ground Truth Plus. SageMaker

Como funciona o SageMaker Ground Truth Plus?

Há cinco componentes principais em um fluxo de trabalho.

• Solicitar um projeto

• Criar uma equipe de projeto

• Acessando o portal do projeto para monitorar o progresso dos conjuntos de dados de treinamento 
e revisar os dados rotulados

• Criação de um lote

• Recebendo os dados rotulados
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Como faço para usar o SageMaker Ground Truth Plus?

Se você é um usuário iniciante do SageMaker Ground Truth Plus, use o Introdução ao Amazon 
SageMaker Ground Truth Plus. get start. Para acessar o SageMaker Ground Truth Plus usando o 
SageMaker console, você deve estar no Leste dos EUA (Norte da Virgínia) (us-east-1).

Introdução ao Amazon SageMaker Ground Truth Plus.

O guia demonstra como concluir as etapas necessárias para iniciar um projeto Amazon SageMaker 
Ground Truth Plus, analisar rótulos e satisfazer os pré-requisitos do SageMaker Ground Truth Plus.

Para começar a usar o SageMaker Ground Truth Plus, revise Configurar os pré-requisitos 
SageMaker do Amazon Ground Truth Plus Componentes principais do Amazon SageMaker Ground 
Truth Plus e.

Configurar os pré-requisitos SageMaker do Amazon Ground Truth Plus

Use as informações a seguir para se cadastrar para obter uma conta AWS. Se você já tem uma 
conta AWS, pule esta etapa.

Cadastrar-se em uma Conta da AWS

Se você ainda não tem uma Conta da AWS, siga as etapas a seguir para criar uma.

Para se cadastrar em uma Conta da AWS

1. Abra https://portal.aws.amazon.com/billing/signup.

2. Siga as instruções on-line.

Parte do procedimento de aplicação envolve receber uma chamada telefônica e digitar um 
código de verificação no teclado do telefone.

Quando você se cadastra em uma Conta da AWS, um Usuário raiz da conta da AWS é criado. 
O usuário raiz tem acesso a todos os Serviços da AWS e atributos na conta. Como prática 
recomendada de segurança, atribua acesso administrativo a um usuário administrativo e use 
somente o usuário raiz para realizar as tarefas que exigem acesso do usuário raiz.

A AWS envia um e-mail de confirmação depois que o processo de cadastramento é concluído. 
A qualquer momento, é possível visualizar as atividades da conta atual e gerenciar sua conta 
acessando https://aws.amazon.com/ e selecionando Minha conta.
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Criar um usuário administrativo

Depois de se inscrever em uma Conta da AWS, proteja seu Usuário raiz da conta da AWS, habilite 
o AWS IAM Identity Center e crie um usuário administrativo para não usar o usuário raiz em tarefas 
cotidianas.

Proteger seu Usuário raiz da conta da AWS

1. Faça login no AWS Management Console como o proprietário da conta ao escolher a opção
Usuário raiz e inserir o endereço de e-mail da Conta da AWS. Na próxima página, digite sua 
senha.

Para obter ajuda ao fazer login usando o usuário raiz, consulte Fazer login como usuário raiz no
Guia do usuário do Início de Sessão da AWS.

2. Ative a autenticação multifator (MFA) para o usuário raiz.c

Para obter instruções, consulte Habilitar um dispositivo MFA virtual para o usuário raiz de sua 
conta da Conta da AWS para seu (console) no Guia do usuário do IAM.

Criar um usuário administrativo

1. Habilitar o IAM Identity Center.

Para obter instruções, consulte Enabling AWS IAM Identity Center no Manual do Usuário do 
AWS IAM Identity Center.

2. No Centro de Identidade do IAM, conceda acesso administrativo a um usuário administrativo.

Para ver um tutorial sobre como usar o Diretório do Centro de Identidade do IAM como fonte de 
identidade, consulte Configure user access with the default Diretório do Centro de Identidade do 
IAM no Manual do Usuário do AWS IAM Identity Center.

Login como usuário administrativo

• Para fazer login com seu usuário do Centro de Identidade do IAM, use a URL de login que foi 
enviada ao seu endereço de e-mail quando você criou o usuário do Centro do Usuário do IAM.

Para obter ajuda com o login utilizando um usuário do Centro de Identidade do IAM, consulte
Fazer login no portal de acesso da AWS, no Guia do usuário do Início de Sessão da AWS.
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Componentes principais do Amazon SageMaker Ground Truth Plus

Os termos a seguir são fundamentais para entender as capacidades do SageMaker Ground Truth 
Plus:

• Projeto: Cada engajamento qualificado com um AWS especialista resulta em um projeto 
SageMaker Ground Truth Plus. Um projeto pode estar na fase piloto ou de produção.

• Lote: um lote é uma coleção de objetos de dados semelhantes recorrentes (texto, imagem, quadro 
de vídeo e nuvem de pontos) a serem rotulados. Um projeto pode ter vários lotes.

• Métricas: Métricas são dados sobre seu projeto SageMaker Ground Truth Plus para uma data 
específica ou sobre um intervalo de datas.

• Tipo de tarefa: O SageMaker Ground Truth Plus suporta cinco tipos de tarefas para rotulagem de 
dados. Você também pode ter um tipo de tarefa personalizada. Isso inclui texto, imagem, vídeo, 
áudio e nuvem de pontos 3D.

• Objetos de dados: itens individuais que devem ser rotulados.

Solicitar um projeto

Para usar o Amazon SageMaker Ground Truth Plus, comece solicitando um projeto.

1. Na guia Ground Truth do Amazon SageMaker, escolha Plus.

2. Na página SageMaker Ground Truth Plus, escolha Solicitar projeto.

3. Uma página intitulada Solicitar um projeto é aberta. A página inclui campos para informações 
gerais e visão geral do projeto. Insira as seguintes informações

a. Em Informações gerais, insira seu nome, sobrenome e endereço de e-mail comercial. Um 
especialista AWS usa essas informações para entrar em contato com você para discutir o 
projeto depois de enviar a solicitação.

b. Em Visão geral do projeto, insira o nome do projeto e a descrição do projeto. Escolha o
tipo de tarefa com base em seus dados e caso de uso. Você também pode indicar se seus 
dados contêm informações de identificação pessoal (PII).

c. Crie ou selecione um perfil do IAM que conceda ao SageMaker Ground Truth Plus 
permissões para realizar um trabalho de rotulagem escolhendo uma das opções abaixo.

i. Você pode criar um perfil do IAM que forneça acesso a qualquer bucket do S3 que você 
especificar.
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ii. Você pode inserir um ARN de perfil do IAM personalizado.

iii. Você pode escolher uma função existente.

iv. Se você usa uma função existente ou um ARN de perfil do IAM personalizado, 
certifique-se de ter a seguinte função e política de confiança do IAM.

Perfil do IAM

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:GetBucketLocation", 
                "s3:ListBucket", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::your-bucket-name", 
                "arn:aws:s3:::your-bucket-name/*"  
                //Ex: "arn:aws:s3:::input-data-to-label/*" 
            ] 
        } 
    ]
}

Política de confiança

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker-ground-truth-plus.amazonaws.com" 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}
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4. Escolha Solicitar um projeto.

Depois de criar um projeto, você pode encontrá-lo na página do SageMaker Ground Truth Plus, na 
seção Projetos. O status do projeto deve ser Revisão em andamento

Note

Você não pode ter mais de 5 projetos com o status Revisão em andamento.

Criar uma equipe de projeto

Uma equipe de projeto fornece acesso aos membros da sua organização ou equipe para monitorar 
projetos, visualizar métricas e revisar anotações. Você pode criar uma equipe de projeto do 
SageMaker Ground Truth Plus depois de compartilhar seus dados em um bucket do Amazon S3.

Para adicionar membros da equipe usando o Amazon Cognito, você tem duas opções:

1. Criar um novo grupo de usuários do Amazon Cognito

a. Insira um nome de grupo de usuários do Amazon Cognito. Esse nome não pode ser 
alterado.

b. Insira os endereços de e-mail de até 50 membros da equipe no campo Endereços de e-
mail. Os endereços devem ser separados por uma vírgula.

c. Escolha Create project (Criar projeto).
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d. Os membros da sua equipe recebem um e-mail convidando-os a se juntarem à equipe do 
projeto SageMaker Ground Truth Plus, conforme mostrado na imagem a seguir.

Criar uma equipe de projeto 1828



Amazon SageMaker Guia do Desenvolvedor

2. Para importar operadores de grupos de usuários existentes do Amazon Cognito.

a. Escolha um grupo de usuários que você criou. Os grupos de usuários exigem um domínio 
e um grupo de usuários existente. Se você receber um erro informando que o domínio está 
ausente, defina-o nas opções Domain name (Nome do domínio) na página App integration
(Integração de aplicativos) do console do Amazon Cognito do grupo.

b. Escolha um cliente de aplicativo. Recomendamos usar um cliente gerado pelo Amazon 
SageMaker.

c. Selecione um grupo de usuários do grupo para importar seus membros.

d. Escolha Create project team (Criar equipe do projeto).

Você pode visualizar e gerenciar as funções de membros da equipe no console do AWS.
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Para adicionar membros da equipe depois de criar a equipe do projeto:

1. Escolha Convidar novos membros na seção Membros.

2. Insira os endereços de e-mail de até 50 membros da equipe no campo Endereços de e-mail. Os 
endereços devem ser separados por uma vírgula.

3. Selecione Invite new workers (Convidar novos operadores)

Para excluir membros existentes da equipe:

1. Escolha o membro da equipe a ser excluído na seção Membros.

2. Escolha Delete (Excluir).

Depois de adicionar membros à sua equipe de projeto, você pode abrir o portal do projeto para 
acessar seus projetos.

Abra o Portal do Projeto

Depois de enviar com sucesso o formulário de admissão e criar uma equipe de projeto, você pode 
acessar o projeto SageMaker Ground Truth Plus escolhendo o portal do projeto Aberto no console 
AWS.

Cada projeto consiste em um ou mais lotes. Um lote é uma coleção de objetos de dados 
semelhantes recorrentes (texto, imagem, quadro de vídeo e nuvem de pontos) a serem rotulados. O 
portal do projeto fornece transparência no processo de rotulagem de dados. Você pode se manter 
atualizado sobre um projeto, criar lotes dentro de um projeto, analisar o progresso dos conjuntos 
de dados em vários projetos e analisar as métricas do projeto. O portal do projeto também permite 
que você revise um subconjunto dos dados rotulados e forneça feedback. Você pode configurar as 
colunas exibidas no seu projeto e na tabela de lotes.
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Você pode usar o portal do projeto SageMaker Ground Truth Plus para monitorar os seguintes 
detalhes sobre seu projeto.

Nome do projeto: cada projeto é identificado usando um nome exclusivo.

Status: um projeto do SageMaker Ground Truth Plus tem um dos seguintes tipos de status:

1. Revisão em andamento: você enviou com sucesso o formulário de solicitação de projeto. No 
momento, um especialista AWS está analisando sua solicitação.

2. Solicitação aprovada: sua solicitação de projeto foi aprovada. Agora você pode compartilhar seus 
dados criando um novo lote no portal do projeto.

3. Projeto do fluxo de trabalho e progresso da configuração: um especialista AWS está configurando 
seu projeto.

4. Piloto em andamento: a rotulagem de objetos para o projeto no estágio piloto está em andamento.

5. Piloto concluído: a rotulagem de objetos está completa e os dados rotulados são armazenados em 
seu bucket do Amazon S3.

6. Preço completo: um AWS especialista compartilha os preços do projeto de produção com você.

7. Contrato executado: o contrato está completo.

8. Produção em andamento: a rotulagem do projeto na fase de produção está em andamento.

9. Produção concluída: a rotulagem de objetos está completa e os dados rotulados são 
armazenados em seu bucket do Amazon S3.

10.Pausado: o projeto está atualmente pausado conforme sua solicitação.

Tipo de tarefa: o SageMaker Ground Truth Plus permite rotular cinco tipos de tarefas que incluem 
texto, imagem, vídeo, áudio e nuvem de pontos.

Lotes: Número total de lotes em um projeto.

Data de criação do projeto: data de início de um projeto.

Total de objetos: número total de objetos a serem rotulados em todos os lotes.

Objetos concluídos: Número de objetos rotulados.

Objetos restantes: Número de objetos restantes para serem rotulados.

Objetos com falha: Número de objetos que não podem ser rotulados devido a um problema com os 
dados de entrada.
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Criar um Batch

Você pode usar o portal do projeto para criar lotes para um projeto depois que o status do projeto for 
alterado para Solicitação aprovada.

Para criar um lote, faça o seguinte.

1. Selecione um projeto escolhendo o nome do projeto.

2. Uma página intitulada com o nome do projeto é aberta. Na seção Lotes, escolha Criar lote.

3. Insira o Nome do lote, a Descrição do lote, a Localização do S3 para os conjuntos de dados de 
entrada e os Conjuntos de dados de saída.
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4. Selecione Enviar.

Para criar um lote com sucesso, certifique-se de que os seguintes critérios sejam atendidos:

• Seus dados estão na região Leste dos EUA (Norte da Virgínia).

• O tamanho máximo de cada arquivo não é superior a 2 gigabytes.

• O número máximo de arquivos em um lote é 10.000.

• O tamanho total de um lote é inferior a 100 gigabytes.

• Você não tem mais do que 5 lotes com o status de transferência de dados em andamento.

Note

Você não pode criar um lote antes que o status do projeto mude para Solicitação aprovada.

Revisar métricas

As métricas são dados sobre seu projeto SageMaker Ground Truth Plus para uma data específica ou 
sobre um intervalo de datas.

É possível analisar as métricas de todos os lotes ou escolher um lote de sua preferência, conforme 
mostrado na imagem a seguir.
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Você pode revisar as seguintes métricas sobre o lote:

Total de objetos: número total de objetos em um lote ou em todos os lotes.

Rótulos completados por dia: Número total de objetos rotulados completados em uma data 
específica ou em um intervalo de datas.

Rótulos completados por dia: número total de rótulos completados em uma data específica ou em um 
intervalo de datas. Um objeto pode ter mais de um rótulo.
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Revisar lotes

Cada projeto do Amazon SageMaker Ground Truth Plus consiste em um ou mais lotes. Cada lote é 
composto de objetos de dados a serem rotulados. Você pode visualizar todos os lotes do seu projeto 
usando o portal do projeto conforme mostrado na imagem a seguir.

Você pode usar o portal do projeto SageMaker Ground Truth Plus para monitorar os seguintes 
detalhes sobre cada lote.

Nome do lote: cada lote é identificado com um nome de lote exclusivo.

Status: um projeto do SageMaker Ground Truth Plus tem um dos seguintes tipos de status:

1. Solicitação enviada: você enviou com sucesso um novo lote.

2. Falha na transferência de dados: a transferência de dados falhou e apresentou erros. Verifique o 
motivo do erro e crie um novo lote depois de corrigir o erro.

3. Dados recebidos: Recebemos seus dados de entrada não identificados.

4. Em andamento: a rotulagem de dados está em andamento.

5. Pronto para análise: a rotulagem de dados foi concluída. Um subconjunto de objetos rotulados do 
lote está pronto para você revisar. Esta etapa é opcional.

6. Envio da avaliação em andamento: o feedback da avaliação está sendo processado no momento.

7. Revisão concluída: você revisou o lote com sucesso. Em seguida, você precisa aceitá-lo ou 
rejeitá-lo. Esta ação não pode ser desfeita.
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8. Aceito: você aceitou os dados rotulados e os receberá em seu bucket do Amazon S3 em breve.

9. Rejeitado: os dados rotulados precisam ser retrabalhados.

10.Enviado para retrabalho: dados rotulados são enviados para retrabalho. Você pode revisar o lote 
depois que seu status mudar para Pronto para revisão.

11.Pronto para entrega: os dados rotulados estão prontos para serem transferidos para seu bucket 
Amazon S3.

12.Dados entregues: a rotulagem de objetos está completa e os dados rotulados são armazenados 
em seu bucket do Amazon S3.

13.Pausado: o Batch é pausado conforme sua solicitação.

Tipo de tarefa: o SageMaker Ground Truth Plus permite rotular cinco tipos de tarefas que incluem 
texto, imagem, vídeo, áudio e nuvem de pontos.

Data de criação do lote: data em que o lote foi criado.

Total de objetos: número total de objetos a serem rotulados em um lote.

Objetos concluídos: número de objetos rotulados.

Objetos restantes: Número de objetos restantes para serem rotulados.

Objetos com falha: Número de objetos que não podem ser rotulados devido a um problema com os 
dados de entrada.

Objetos a serem revisados: número de objetos que estão prontos para sua análise.

Objetos com feedback: número de objetos que receberam feedback dos membros da equipe.

O SageMaker Ground Truth Plus permite que você revise um conjunto de amostras de seus dados 
rotulados (determinado durante a consulta inicial) por meio da interface de usuário de revisão 
mostrada na imagem a seguir.
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O portal permite que os membros da equipe do projeto e você revisem um pequeno conjunto de 
amostras dos objetos rotulados para cada lote. Você pode fornecer feedback para cada objeto 
rotulado dentro desse subconjunto por meio dessa interface de usuário. A interface de usuário de 
revisão permite que você navegue pelo subconjunto de objetos rotulados e forneça feedback sobre 
esses objetos rotulados.

É possível executar as ações a seguir usando a revisão da interface do usuário.

• Use os controles de seta na parte inferior esquerda para navegar pelos objetos de dados.

• Você pode fornecer feedback para cada objeto. A Seção feedback está no painel direito. Escolha
Enviar para enviar feedback sobre todas as imagens.

• Use os controles de imagem na bandeja inferior para ampliar, deslocar e controlar o contraste.

• Se você planeja retornar para concluir sua revisão, escolha Parar e continuar mais tarde no canto 
superior direito.

• Escolha Salvar para salvar seu progresso. Seu progresso também é salvo automaticamente a 
cada 15 minutos.

• Para sair da interface de revisão, escolha Fechar no canto superior direito da interface de revisão.

• Você pode verificar os atributos do rótulo e os atributos do quadro em cada quadro usando o 
painel à direita. Você não pode criar novos objetos nem modificar objetos existentes nessa tarefa.
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Aceitar ou rejeitar lotes

Depois de analisar um lote, você deve optar por aceitá-lo ou rejeitá-lo.

Se você aceitar um lote, a saída desse trabalho de rotulagem será colocada no bucket do Amazon 
S3 que você especificar. Depois que os dados são entregues ao seu bucket do S3, o status do seu 
lote muda de Aceito para Dados entregues.

Se você rejeitar um lote, poderá fornecer feedback e explicar seus motivos para rejeitar o lote.

O SageMaker Ground Truth Plus permite que você forneça feedback no nível do objeto de dados, 
bem como no nível do lote. Você pode fornecer feedback sobre objetos de dados por meio da 
interface de usuário de análise. Você pode usar o portal do projeto para fornecer feedback para cada 
lote. Quando você rejeita um lote, um especialista AWS entra em contato com você para determinar 
o processo de retrabalho e as próximas etapas do lote.

Note

Aceitar ou rejeitar um lote é uma ação única e não pode ser desfeita. É necessário aceitar ou 
rejeitar cada lote do projeto.

Usar o Amazon SageMaker Ground Truth Synthetic Data para 
rotular dados

Os dados sintéticos do Amazon SageMaker Ground Truth são um serviço pronto para uso de 
geração e rotulagem de dados que torna mais rápido e econômico para cientistas de machine 
learning (ML) adquirir imagens que são usadas para treinar modelos de visão computacional (CV). 
Para treinar um modelo de CV, os cientistas de ML precisam de conjuntos de dados grandes, de 
alta qualidade e rotulados. Com o Ground Truth Synthetic Data, os cientistas de ML podem gerar 
e rotular milhares de imagens em poucos dias. O Ground Truth Synthetic Data usa modelos 3D 
gerados por computador para criar ambientes virtuais representando cenários do mundo real, gerar 
imagens sintéticas capturadas desses ambientes e anotar automaticamente cada imagem com 
rótulos. Você pode usar as imagens sintéticas rotuladas com os serviços de treinamento AWS do 
modelo de CV, como o Amazon SageMaker e o Amazon Lookout for Vision.

Por que usar o Ground Truth Synthetic Data?
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Coletar e rotular dados em ambientes dinâmicos com variações no tamanho, forma, cor, posição, 
plano de fundo e iluminação do objeto geralmente é um processo demorado e caro. Para treinar 
com eficácia um modelo para operar em um ambiente dinâmico, os cientistas de ML devem coletar 
um grande conjunto de imagens do mundo real para representar todos os cenários possíveis, um 
processo que pode levar meses. Para cenários que não ocorrem com frequência, como defeitos 
raros do produto e colocação incorreta do produto, pode levar anos para capturar um número 
suficiente de imagens para treinar um modelo de CV. Para adquirir imagens com defeitos no 
produto, os cientistas de ML podem intencionalmente danificar os produtos para obter imagens 
defeituosas. O Ground Truth Synthetic Data torna mais rápido e econômico que os cientistas 
de ML adquiram rapidamente imagens rotuladas que representem cenários do mundo real, um 
requisito essencial para o treinamento de modelos de CV. Cientistas de ML podem usar dados 
sintéticos do Ground Truth Synthetic Data para gerar milhares de imagens sintéticas de ambientes 
virtuais 3D representando cenários do mundo real em apenas algumas horas, em vez de meses. O 
Ground Truth fornece um relatório sintético de fidelidade e diversidade de imagens e um arquivo de 
manifesto junto com os dados sintéticos rotulados. O relatório de fidelidade e diversidade de imagens 
sintéticas fornece estatísticas e gráficos que ajudam você a entender melhor as imagens sintéticas 
geradas. O arquivo de manifesto contém informações sobre as imagens e os rótulos das imagens 
que você pode usar para treinar e testar um modelo.

Note

O Ground Truth Synthetic Data não é compatível com dados certificados PHI, PCI ou 
FedRAMP, e você não deve fornecer esses dados ao Ground Truth Synthetic Data.

O Ground Truth Synthetic Data tem as seguintes funcionalidades.

• Cenas 3D completas e várias câmeras em uma cena

• Mapas de profundidade reais que fornecem dados de profundidade 3D para todas as imagens 
geradas

• Sequências de imagens (vídeo) de várias câmeras sincronizadas

• Uma correia transportadora móvel que suporta cenas dinâmicas

Como eu uso o Ground Truth Synthetic Data?
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Se você estiver usando os dados sintéticos do Ground Truth pela primeira vez, recomendamos que 
você siga os procedimentos descritos na seção Introdução aos dados sintéticos SageMaker do 
Amazon Ground Truth.

Introdução aos dados sintéticos SageMaker do Amazon Ground Truth

O guia demonstra como concluir as etapas necessárias para satisfazer os pré-requisitos, iniciar um 
projeto de dados sintéticos Ground Truth e analisar rótulos.

Para começar a usar dados sintéticos, revise Configurar os pré-requisitos de dados sintéticos do 
Amazon SageMaker Ground Truth e Componentes principais dos dados sintéticos SageMaker do 
Amazon Ground Truth.

Configurar os pré-requisitos de dados sintéticos do Amazon SageMaker Ground Truth

Para usar os dados sintéticos do Ground Truth, você precisa de uma conta AWS. Se você já tem 
uma conta AWS, pule esta etapa.

Cadastrar-se em uma Conta da AWS

Se você ainda não tem uma Conta da AWS, siga as etapas a seguir para criar uma.

Para se cadastrar em uma Conta da AWS

1. Abra https://portal.aws.amazon.com/billing/signup.

2. Siga as instruções on-line.

Parte do procedimento de aplicação envolve receber uma chamada telefônica e digitar um 
código de verificação no teclado do telefone.

Quando você se cadastra em uma Conta da AWS, um Usuário raiz da conta da AWS é criado. 
O usuário raiz tem acesso a todos os Serviços da AWS e atributos na conta. Como prática 
recomendada de segurança, atribua acesso administrativo a um usuário administrativo e use 
somente o usuário raiz para realizar as tarefas que exigem acesso do usuário raiz.

A AWS envia um e-mail de confirmação depois que o processo de cadastramento é concluído. 
A qualquer momento, é possível visualizar as atividades da conta atual e gerenciar sua conta 
acessando https://aws.amazon.com/ e selecionando Minha conta.
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Criar um usuário administrativo

Depois de se inscrever em uma Conta da AWS, proteja seu Usuário raiz da conta da AWS, habilite 
o AWS IAM Identity Center e crie um usuário administrativo para não usar o usuário raiz em tarefas 
cotidianas.

Proteger seu Usuário raiz da conta da AWS

1. Faça login no AWS Management Console como o proprietário da conta ao escolher a opção
Usuário raiz e inserir o endereço de e-mail da Conta da AWS. Na próxima página, digite sua 
senha.

Para obter ajuda ao fazer login usando o usuário raiz, consulte Fazer login como usuário raiz no
Guia do usuário do Início de Sessão da AWS.

2. Ative a autenticação multifator (MFA) para o usuário raiz.c

Para obter instruções, consulte Habilitar um dispositivo MFA virtual para o usuário raiz de sua 
conta da Conta da AWS para seu (console) no Guia do usuário do IAM.

Criar um usuário administrativo

1. Habilitar o IAM Identity Center.

Para obter instruções, consulte Enabling AWS IAM Identity Center no Manual do Usuário do 
AWS IAM Identity Center.

2. No Centro de Identidade do IAM, conceda acesso administrativo a um usuário administrativo.

Para ver um tutorial sobre como usar o Diretório do Centro de Identidade do IAM como fonte de 
identidade, consulte Configure user access with the default Diretório do Centro de Identidade do 
IAM no Manual do Usuário do AWS IAM Identity Center.

Login como usuário administrativo

• Para fazer login com seu usuário do Centro de Identidade do IAM, use a URL de login que foi 
enviada ao seu endereço de e-mail quando você criou o usuário do Centro do Usuário do IAM.

Para obter ajuda com o login utilizando um usuário do Centro de Identidade do IAM, consulte
Fazer login no portal de acesso da AWS, no Guia do usuário do Início de Sessão da AWS.
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Componentes principais dos dados sintéticos SageMaker do Amazon Ground Truth

Os termos a seguir são fundamentais para entender os recursos doos dados sintéticos do Ground 
Truth:

• Projeto: cada engajamento qualificado com um especialista da AWS resulta em um projeto de 
dados sintéticos do Ground Truth.

• Lote: Um lote é uma coleção de imagens rotuladas semelhantes. Um projeto pode ter vários lotes. 
Um lote pode estar no estágio de produção ou de teste. Um projeto pode ter vários lotes.

• Relatório de fidelidade e diversidade de imagens sintéticas: os dados sintéticos do Ground Truth 
fornecem um relatório de métricas que ajuda você a comparar as imagens sintéticas geradas com 
seu conjunto de dados típico.

Solicitar um projeto

Para começar a usar os dados sintéticos SageMaker do Amazon Ground Truth, acesse o SageMaker 
console e preencha o formulário de admissão.

Depois de enviar o formulário de inscrição no console AWS, um especialista AWS da equipe de 
dados sintéticos da Ground Truth entra em contato para discutir os requisitos e preços do seu projeto 
de rotulagem de dados.

Compartilhe dados do seu Amazon S3 Bucket

Depois que um especialista da AWS entrar em contato para discutir seu projeto, talvez seja 
necessário preencher um formulário de admissão com perguntas específicas sobre seus requisitos 
de dados sintéticos. O formulário de entrada, junto com os ativos compartilhados com os dados 
sintéticos do Ground Truth, permite que a equipe de dados sintéticos do Ground Truth avalie seu 
projeto e o trabalho estimado necessário para concluí-lo.

Crie um bucket do Amazon S3 para compartilhar os ativos do seu projeto com os dados sintéticos do 
Ground Truth e armazenar os dados de saída do seu projeto.

Para criar um bucket do Amazon S3 e compartilhá-lo conosco:

1. Siga as instruções em Criar um bucket no Guia do usuário do console do Amazon Simple 
Storage Service.

2. Recomendamos usar a seguinte convenção de nomenclatura ao armazenar seus dados em um 
bucket do Amazon S3.
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a. O nome do bucket deve conter menos de 63 caracteres.

b. O nome do bucket pode incluir hífens, mas não espaços e sublinhados.

3. Na lista Buckets, escolha o nome do bucket que você criou.

4. Escolha Permissions (Permissões).

5. Na seção Política de bucket, escolha Editar.

6. Confirme se as ACLs desativadas estão selecionadas.

Note

Em Propriedade do objeto, as ACLs devem estar desativadas conforme mostrado na 
imagem abaixo.

7. Escolha Save changes (Salvar alterações).
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Note

Se você tiver requisitos adicionais para acessar seus dados em um bucket do Amazon S3, 
entre em contato com seu especialista da AWS.

Para compartilhar os ativos do seu projeto com a equipe de dados sintéticos da Ground Truth para 
avaliação do projeto, estimativa do trabalho e geração de dados sintéticos, siga as etapas na seção
Enviar dados do projeto para a Ground Truth Synthetic Data abaixo.

Depois de receber seu formulário de admissão e os ativos do projeto, devolvemos uma declaração 
de trabalho (SOW) em até 5 dias úteis. O SOW descreve seu engajamento com a geração e 
rotulagem de dados sintéticos da Ground Truth. Depois de aprovar a SOW, a equipe de dados 
sintéticos da Ground Truth produz um lote de teste composto por 50 imagens sintéticas. Um 
especialista da AWS se reúne com você para revisar o lote de teste, aprovar ou rejeitar imagens e 
concluir a produção final. O cronograma para isso é baseado nas respostas em seu formulário de 
admissão.

Enviar dados do projeto para a Ground Truth Synthetic Data

Depois que um especialista AWS for designado para seu projeto, você poderá enviar os dados do 
projeto para a equipe de dados sintéticos da Ground Truth para auxiliar na avaliação do projeto, na 
estimativa do trabalho e na geração de dados sintéticos.

Para enviar dados do projeto para a Ground Truth Synthetic Data:

1. Na tabela Transferências de dados do projeto no portal do projeto, escolha Enviar dados do 
projeto.

2. Insira o nome do seu bucket do S3 do qual você gostaria de enviar os dados do projeto como o 
local de origem do Amazon S3 da transferência de dados do projeto.

3. Selecione um perfil do IAM para a transferência de dados do projeto. Se você selecionar
Automático, os dados sintéticos do Ground Truth criarão um perfil do IAM em sua conta com 
as permissões necessárias para executar a transferência de dados do projeto e chamar outros 
serviços em seu nome (recomendado). Se você selecionar um perfil do IAM existente em 
sua conta, os dados sintéticos da Ground Truth usarão esse perfil do IAM para executar a 
transferência de dados do projeto e chamar outros serviços em seu nome.

4. Escolha Criar para criar e iniciar a transferência de dados do projeto.
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Depois de criar uma transferência de dados do projeto, você pode visualizar o status da transferência 
na tabela Transferências de dados do projeto na página de detalhes no portal do projeto. Quando o 
status da transferência de dados do projeto estiver Concluído, os dados do projeto ficam disponíveis 
para a equipe de dados sintéticos da Ground Truth.

Portal do Projeto

Cada projeto consiste em um ou mais lotes. Um lote é uma coleção de imagens similares geradas e 
rotuladas. O portal do projeto fornece acesso aos projetos que você contratou com dados sintéticos 
do Ground Truth. Você pode visualizar o status de seus projetos e acessar lotes concluídos junto 
com o relatório sintético de fidelidade e diversidade de imagens. Você também analisa seus lotes 
para aceitá-los ou rejeitá-los por meio do portal do projeto.

Você pode usar o portal do projeto SageMaker Ground Truth Plus Synthetic Data para monitorar os 
seguintes detalhes sobre o seu projeto:

Nome do projeto: cada projeto é identificado usando um nome exclusivo.

Status: um projeto do Ground Truth Synthetic Data tem um dos seguintes tipos de status:

1. Revisão em andamento: você enviou com sucesso o formulário de solicitação de projeto. Em 
seguida, um especialista AWS agenda uma ligação com você para discutir os detalhes do seu 
projeto.
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2. Análise em andamento: estamos analisando seu projeto. Um especialista AWS foi designado para 
seu projeto.

3. Produção em andamento: no momento, estamos trabalhando na geração de dados rotulados para 
seu projeto.

4. Dados prontos para análise: pelo menos um lote está pronto para sua análise.

5. Projeto concluído: concluímos a geração das imagens rotuladas necessárias. As imagens são 
armazenadas no bucket do Amazon S3.

Lotes: Número total de lotes em um projeto.

Data de criação do projeto: data de início de um projeto.

Total de imagens: número de imagens que você solicitou.

Imagens concluídas: número de imagens rotuladas geradas em todos os lotes de produção aceitos.

Excluir um projeto

Você pode excluir um projeto usando o console se o status do projeto for Solicitação enviada ou
Projeto concluído. Para excluir um projeto com qualquer outro status, entre em contato com seu 
especialista AWS. A exclusão de um projeto do Ground Truth Synthetic Data não exclui seus dados 
dos buckets do Amazon S3 e pode estar sujeita a cobrança.

Você pode excluir um projeto com base em seu status da seguinte forma:

• Solicitação enviada: a exclusão de um projeto solicitado exclui todas as informações do projeto e 
do cliente do banco de dados do Ground Truth Synthetic Data.

• Revisão em andamento/Produção em andamento/Dados prontos para análise: você pode solicitar 
que seu especialista AWS exclua um projeto com um desses status. A exclusão de um projeto 
exclui todas as informações pessoais e do projeto do banco de dados do Ground Truth Synthetic 
Data e dos buckets do S3.

• Projeto concluído: quando um projeto estiver marcado como Projeto concluído, serão excluídas 
todas as informações do cliente do banco de dados do Ground Truth Synthetic Data e dos buckets 
do S3. Você pode visualizar o projeto e os lotes pelo tempo que quiser ou excluí-los usando o 
console.
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Note

A exclusão de um projeto não exclui as imagens do bucket do S3. Para saber mais sobre a 
exclusão de imagens do seu bucket do S3, consulte Excluindo objetos do Amazon S3.

Analisar lotes

Cada projeto do Amazon SageMaker Ground Truth Synthetic Data consiste em um ou mais lotes. 
Cada lote é composto por imagens sintéticas rotuladas. Os lotes são de dois tipos: Lote de teste e
Lote de produção. O lote de testes fornece uma pequena prévia da aparência das imagens sintéticas 
usando seus ativos 3D e seu ambiente. As imagens no lote de teste não são computadas para o 
cálculo do número total de imagens sintéticas que você contrata. Depois de aprovar o lote de teste 
para uma configuração específica de imagens, os dados sintéticos do Ground Truth começam a 
gerar imagens para seu lote de produção. As imagens em um lote de produção são contabilizadas 
no total de imagens necessárias.

Para cada lote, os dados sintéticos da Ground Truth fornecem um Relatório sintético de fidelidade 
e diversidade de imagens. Esse relatório fornece estatísticas e gráficos em nível de imagem e 
objeto que ajudam você a entender as imagens sintéticas geradas. As estatísticas são usadas 
para descrever a diversidade e a fidelidade das imagens sintéticas e compará-las com imagens 
reais. Exemplos das estatísticas e gráficos fornecidos são as distribuições de classes de objetos, 
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tamanhos de objetos, brilho da imagem, contraste da imagem, bem como os gráficos que avaliam 
a indistinguibilidade entre imagens sintéticas e reais. Os dados brutos de todas as estatísticas 
computadas do conjunto de dados também são fornecidos como arquivos CSV para ajudá-lo a 
acelerar a depuração do modelo e permitir análises adicionais.

Você pode visualizar todos os lotes do seu projeto usando o portal do projeto.

Você pode usar o portal do projeto SageMaker Ground Truth Plus Synthetic Data para monitorar os 
seguintes detalhes sobre cada lote:

Nome do lote: cada lote é identificado com um nome de lote exclusivo.

Status: um projeto do Ground Truth Synthetic Data tem um dos seguintes tipos de status:

1. Em andamento: no momento, estamos gerando imagens rotuladas para esse lote. Em breve, 
estará pronto para sua análise.

2. Pronto para análise: um lote de imagens sintéticas rotuladas agora está pronto para sua análise. 
Siga as etapas na seção Transfira dados em lote para seu bucket Amazon S3 para visualizar as 
imagens e analisar o lote.

3. Aceito: Você aceitou esse lote.

4. Rejeitado: Você rejeitou esse lote e ele precisa ser retrabalhado. Quando você rejeita um lote, um 
especialista AWS entra em contato com você para discutir isso mais detalhadamente.

Tipo de lote: um lote pode ser um lote de teste ou um lote de produção.

Data de criação: data em que o lote foi criado.
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Imagens: número total de imagens no lote.

Transfira dados em lote para seu bucket Amazon S3

Quando o status do lote estiver Pronto para análise, você deve transferir os dados do lote para o 
bucket do S3 para visualizar as imagens e analisar o lote.

Para transferir dados em lote para seu bucket do S3:

1. Na página de detalhes do lote no portal do projeto, escolha Obter dados do lote.

2. Em Local de destino do S3, insira o nome do bucket do S3 em que você gostaria de receber os 
dados do lote.

3. Selecione um perfil do IAM para a transferência de dados do projeto. Se você selecionar
Automático, os dados sintéticos do Ground Truth criarão um perfil do IAM em sua conta com 
as permissões necessárias para executar a transferência de dados do projeto e chamar outros 
serviços em seu nome (recomendado). Se você selecionar um perfil do IAM existente em 
sua conta, os dados sintéticos da Ground Truth usarão esse perfil do IAM para executar a 
transferência de dados do projeto e chamar outros serviços em seu nome.

4. Escolha Criar para criar e iniciar a transferência de dados em lote.

Depois de criar uma transferência de dados do projeto, você pode visualizar o status da transferência 
na tabela Transferências de dados em lote na página de detalhes no portal do projeto. Quando o 
status da transferência de dados em lote for Concluído, os dados do lote ficam disponíveis em seu 
bucket do S3, as imagens do lote podem ser visualizadas na página de detalhes do lote no portal do 
projeto e você pode continuar analisando o lote.

Aceitar ou rejeitar lotes

Depois de revisar um lote, você pode optar por aceitá-lo ou rejeitá-lo no portal do projeto, conforme 
mostrado abaixo.
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Aceitar um lote informa seu especialista da AWS a continuar ou concluir o projeto, com base no 
número de imagens restantes que você contratou.

Quando você rejeita um lote, um especialista AWS entra em contato com você para determinar o 
processo de retrabalho e as próximas etapas do lote.

Aceitar ou rejeitar um lote é uma ação única e só pode ser desfeita entrando em contato com seu 
especialista AWS. É necessário aceitar ou rejeitar cada lote do projeto.

Criar e gerenciar forças de trabalho
Uma força de trabalho é o grupo de trabalhadores que você selecionou para rotular seu conjunto 
de dados. É possível optar por uma força de trabalho do Amazon Mechanical Turk, uma força de 
trabalho gerenciada pelo fornecedor, ou é possível criar sua própria força de trabalho privada para 
rotular ou revisar seu conjunto de dados. Seja qual for o tipo de força de trabalho que você escolher, 
o Amazon SageMaker se encarregará do envio de tarefas aos operadores.

Ao usar uma força de trabalho privada, você também cria equipes de trabalho, um grupo de 
operadores de sua força de trabalho que são atribuídos a trabalhos específicos: trabalhos de 
rotulagem Amazon SageMaker Ground Truth ou tarefas de revisão humana da Amazon Augmented 
AI. Você pode ter várias equipes de trabalho e pode atribuir uma ou mais equipes de trabalho a cada 
trabalho.
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Você pode usar o Amazon Cognito ou seu próprio provedor de identidade (IdP) privado do OpenID 
Connect (OIDC) para gerenciar a sua força de trabalho e equipes de trabalho privados. Para obter 
mais informações sobre as permissões necessárias para gerenciar a força de trabalho dessa 
maneira, consulte Permissões necessárias para usar o Amazon SageMaker Ground Truth Console.

Tópicos

• Usar a força de trabalho Amazon Mechanical Turk

• Gerenciar forças de trabalho de fornecedores

• Usar uma força de trabalho privada

Usar a força de trabalho Amazon Mechanical Turk

A força de trabalho do Amazon Mechanical Turk (Mechanical Turk) fornece o maior número de 
trabalhadores para seu trabalho de rotulagem do Amazon SageMaker Ground Truth e para a tarefa 
de análise humana de IA aumentada da Amazon. A força de trabalho do Amazon Mechanical 
Turk é um recurso mundial. Trabalhadores estão disponíveis 24 horas por dia, 7 dias por semana. 
Normalmente, você obtém o retorno mais rápido para as tarefas de análise humana e para os 
trabalhos de rotulagem quando usa a força de trabalho do Amazon Mechanical Turk.

Qualquer cobrança da força de trabalho do Amazon Mechanical Turk é tratada como parte do 
faturamento do Ground Truth ou de IA Aumentada do Amazon. Não é necessário criar uma conta 
separada do Mechanical Turk para usar a força de trabalho do Amazon Mechanical Turk.

Important

Você não deve compartilhar informações confidenciais, informações pessoais ou 
informações de saúde protegidas com essa força de trabalho. Você não deve usar a força de 
trabalho do Amazon Mechanical Turk ao usar o A2I em conjunto com serviços qualificados 
para HIPAA AWS, como Amazon Textract e Amazon Rekognition, para workloads que 
contenham informações de integridade protegidas.

Você pode escolher o Mechanical Turk como sua força de trabalho ao criar um trabalho de rotulagem 
do Ground Truth ou um fluxo de trabalho de análise humana Amazon A2I (definição de fluxo). Você 
pode criar um trabalho de rotulagem e um fluxo de trabalho de análise humana usando o console e a 
API do SageMaker.
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Ao usar uma operação de API para criar um trabalho de rotulagem ou um fluxo de trabalho de 
revisão humana, você usa o seguinte ARN para a força de trabalho da Amazon Mechanical Turk 
para sua WorkteamArn. Substitua region pela região AWS que você está usando para criar o 
trabalho de rotulagem ou loops humanos. Por exemplo, se você criar uma tarefa de rotulagem no 
Oeste dos EUA (Oregon), substitua region por us-west-2.

• arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

A Ground Truth e o Amazon A2I exigem que seus dados de entrada estejam livres de informações 
de identificação pessoal (PII) quando você usa o Mechanical Turk. Se você usar a força de trabalho 
do Mechanical Turk e não especificar que seus dados de entrada estão livres de PII, seus trabalhos 
de rotulagem da Ground Truth e tarefas de IA aumentada falharão. Você especifica que seus dados 
de entrada estão livres de PII ao criar um trabalho de rotulagem do Ground Truth e ao criar um loop 
humano Amazon A2I usando uma integração incorporada ou a operação StartHumanLoop.

Use as seções a seguir para aprender a usar o Mechanical Turk com esses serviços.

Tópicos

• Use o Mechanical Turk com Ground Truth

• Usar o Mechanical Turk com o Amazon A2I

• Quando o Mechanical Turk não é suportado?

Use o Mechanical Turk com Ground Truth

Você pode usar o Mechanical Turk com Ground Truth ao criar uma tarefa de rotulagem usando o 
console ou a operação CreateLabelingJob.

Quando criar um trabalho de rotulagem, recomendamos que ajuste o número de trabalhadores que 
fazem anotações em cada objeto de dados com base na complexidade do trabalho e na qualidade 
de que você precisa. O Amazon SageMaker Ground Truth usa a consolidação de anotações 
para melhorar a qualidade dos rótulos. Mais trabalhadores podem fazer a diferença na qualidade 
dos rótulos para trabalhos de rotulagem mais complexos, mas podem não fazer diferença para 
trabalhos mais simples. Para obter mais informações, consulte Consolidar anotações. Observe que a 
consolidação de anotações não é compatível com fluxos de trabalho de análise humana do Amazon 
A2I.
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Para usar o Mechanical Turk ao criar uma tarefa de rotulagem (console):

1. Use o seguinte para criar um trabalho de rotulagem na área Ground Truth do console do 
SageMaker: Criar um trabalho de rotulagem (console).

2. Ao selecionar tipos de trabalhadores na seção Trabalhadores, selecione Amazon Mechanical 
Turk.

3. Especifique a quantidade total de tempo que os trabalhadores têm para concluir uma tarefa 
usando o tempo limite da tarefa.

4. Especifique o tempo total em que uma tarefa permanece disponível para os trabalhadores em
Expiração da tarefa. Esse é o tempo em que os trabalhadores precisam realizar uma tarefa 
antes que ela falhe.

5. Selecione o preço por tarefa usando a lista suspensa. Essa é a quantia em dinheiro que um 
trabalhador recebe por concluir uma única tarefa.

6. (Opcional) Se aplicável, selecione O conjunto de dados não tem conteúdo adulto. O SageMaker 
pode restringir os funcionários do Mechanical Turk que podem visualizar sua tarefa se ela tiver 
conteúdo adulto.

7. Você deve ler e confirmar a declaração a seguir marcando a caixa de seleção para usar a 
força de trabalho da Mechanical Turk. Se seus dados de entrada contiverem informações 
confidenciais, informações pessoais ou informações de saúde protegidas, você deverá 
selecionar outra força de trabalho.

Você entende e concorda que a força de trabalho da Mechanical Turk consiste em prestadores 
de serviços independentes localizados em todo o mundo e que você não deve compartilhar 
informações confidenciais, informações pessoais ou informações de saúde protegidas com essa 
força de trabalho.

8. (Opcional) Marque a caixa de seleção ao lado de Ativar rotulagem automática de dados se 
quiser ativar a rotulagem automática de dados. Para saber mais sobre esse atributo, consulte
Automatizar a rotulagem de dados.

9. Você pode especificar o número de trabalhadores por objeto do conjunto de dados  em
Configuração adicional. Por exemplo, se você inserir 3 nesse campo, cada objeto de dados será 
rotulado por 3 trabalhadores.

Quando você cria seu trabalho de rotulagem selecionando Criar, suas tarefas de rotulagem são 
enviadas aos trabalhadores da Mechanical Turk.
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Para usar a Mechanical Turk ao criar uma tarefa de rotulagem (API):

1. Para criar um trabalho de rotulagem com a operação CreateLabelingJob, use: Criar um 
trabalho de rotulagem (API).

2. Use o seguinte para WorkteamArn. Substitua region pela região AWS que você está usando 
para criar o trabalho de rotulagem.

arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

3. Use TaskTimeLimitInSeconds para especificar a quantidade total de tempo que os 
trabalhadores têm para concluir uma tarefa.

4. Use TaskAvailabilityLifetimeInSeconds para especificar o tempo total em que uma 
tarefa permanece disponível para os trabalhadores. Esse é o tempo em que os trabalhadores 
precisam realizar uma tarefa antes que ela falhe.

5. Use NumberOfHumanWorkersPerDataObject para especificar o número de trabalhadores 
por objeto do conjunto de dados.

6. Use PublicWorkforceTaskPrice para definir o preço por tarefa. Essa é a quantia em 
dinheiro que um trabalhador recebe por concluir uma única tarefa.

7. Use DataAttributes para especificar que seus dados de entrada estejam livres de 
informações confidenciais, informações pessoais ou informações de saúde protegidas.

O Ground Truth exige que seus dados de entrada estejam livres de informações de 
identificação pessoal (PII) quando você usa o Mechanical Turk. Se você usar o Mechanical 
Turk e não especificar que seus dados de entrada estão livres de PII usando o sinalizador
FreeOfPersonallyIdentifiableInformation, seu trabalho de rotulagem falhará.

Use a bandeira FreeOfAdultContent para declarar que seus dados de entrada estão livres 
de conteúdo adulto. O SageMaker pode restringir os funcionários do Mechanical Turk que 
podem visualizar sua tarefa se ela contiver conteúdo adulto.

Você pode ver exemplos de como usar essa API nos seguintes notebooks, encontrados no GitHub:
Cadernos de exemplos do Jupyter no Ground Truth . Você pode acessar esses cadernos no 
SageMaker Blocos de anotações de exemplo em uma Instância de cadernos.

Usar o Mechanical Turk com o Amazon A2I

Você pode especificar que deseja usar o Mechanical Turk com o Amazon A2I ao criar um fluxo 
de trabalho de revisão humana, também conhecido como definição de fluxo, no console ou com a 
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operação da API CreateFlowDefinition. Quando usar esse fluxo de trabalho de análise humana 
para configurar loops humanos, você deve especificar que seus dados de entrada estejam livres de 
PII.

Para usar o Mechanical Turk ao criar um fluxo de trabalho de análise humana (console):

1. Use o seguinte para criar um fluxo de trabalho de análise humana na seção IA aumentada do 
console do SageMaker: Criar um fluxo de trabalho de análise humana (console).

2. Quando selecionar tipos de trabalhadores na seção Trabalhadores, selecione Amazon 
Mechanical Turk.

3. Selecione o preço por tarefa usando a lista suspensa. Essa é a quantia em dinheiro que um 
trabalhador recebe por concluir uma única tarefa.

4. (Opcional) Você pode especificar o número de trabalhadores por objeto do conjunto de dados 
em Configuração adicional. Por exemplo, se você inserir 3 nesse campo, cada objeto de dados 
será rotulado por 3 trabalhadores.

5. (Opcional) Especifique a quantidade total de tempo que os trabalhadores têm para concluir uma 
tarefa usando o tempo limite da tarefa.

6. (Opcional) Especifique o tempo total em que uma tarefa permanece disponível para os 
trabalhadores em Expiração da tarefa. Esse é o tempo em que os trabalhadores precisam 
realizar uma tarefa antes que ela falhe.

7. Depois de criar seu fluxo de trabalho de revisão humana, você pode usá-lo para configurar 
um loop humano fornecendo seu nome de recurso da Amazon (ARN) no parâmetro
FlowDefinitionArn. Você configura um loop humano usando uma das operações de API 
de um tipo de tarefa Integrada ou a operação de API de tempo de execução do Amazon A2I.
StartHumanLoop Para saber mais, consulte Criar e iniciar um loop humano.

Quando configurar seu loop humano, você deve especificar que seus dados de entrada 
estejam livres de informações de identificação pessoal (PII) usando o classificador de conteúdo
FreeOfPersonallyIdentifiableInformation em DataAttributes. Se você usar o 
Mechanical Turk e não especificar que seus dados de entrada estão livres de PII, suas tarefas 
de análise humana falharão.

Use a bandeira FreeOfAdultContent para declarar que seus dados de entrada estão livres 
de conteúdo adulto. O SageMaker pode restringir os funcionários do Mechanical Turk que 
podem visualizar sua tarefa se ela contiver conteúdo adulto.
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Para usar o Mechanical Turk ao criar um fluxo de trabalho de análise humana (API):

1. Use o seguinte para criar um fluxo de trabalho de análise humana usando a operação
CreateFlowDefinition: Criar um fluxo de trabalho de análise humana (API).

2. Use o seguinte para WorkteamArn. Substitua region pela região AWS que você está usando 
para criar o trabalho de rotulagem.

arn:aws:sagemaker:region:394669845002:workteam/public-crowd/default

3. Use TaskTimeLimitInSeconds para especificar a quantidade total de tempo que os 
trabalhadores têm para concluir uma tarefa.

4. Use TaskAvailabilityLifetimeInSeconds para especificar o tempo total em que uma 
tarefa permanece disponível para os trabalhadores. Esse é o tempo em que os trabalhadores 
precisam realizar uma tarefa antes que ela falhe.

5. Use TaskCount para especificar o número de trabalhadores por objeto do conjunto de dados. 
Por exemplo, se você especificar 3 para esse parâmetro, cada objeto de dados será rotulado por 
3 trabalhadores.

6. Use PublicWorkforceTaskPrice para definir o preço por tarefa. Essa é a quantia em 
dinheiro que um trabalhador recebe por concluir uma única tarefa.

7. Depois de criar seu fluxo de trabalho de revisão humana, você pode usá-lo para configurar 
um loop humano fornecendo seu nome de recurso da Amazon (ARN) no parâmetro
FlowDefinitionArn. Você configura um loop humano usando uma das operações de API 
de um tipo de tarefa Integrada ou a operação de API de tempo de execução do Amazon A2I.
StartHumanLoop Para saber mais, consulte Criar e iniciar um loop humano.

Quando configurar seu loop humano, você deve especificar que seus dados de entrada 
estejam livres de informações de identificação pessoal (PII) usando o classificador de conteúdo
FreeOfPersonallyIdentifiableInformation em DataAttributes. Se você usar o 
Mechanical Turk e não especificar que seus dados de entrada estão livres de PII, suas tarefas 
de análise humana falharão.

Use a bandeira FreeOfAdultContent para declarar que seus dados de entrada estão livres 
de conteúdo adulto. O SageMaker pode restringir os funcionários do Mechanical Turk que 
podem visualizar sua tarefa se ela contiver conteúdo adulto.

Você pode ver exemplos de como usar essa API nos seguintes cadernos, encontrados no GitHub:
Exemplos de cadernos de Jupyter no Amazon A2I.
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Quando o Mechanical Turk não é suportado?

Essa força de trabalho não é suportada nos cenários a seguir. Em cada cenário, você deve usar uma 
força de trabalho privada ou de um fornecedor.

• Essa força de trabalho não é compatível com trabalhos de rotulagem de quadros de vídeo da 
Ground Truth e trabalhos de rotulagem de nuvem de pontos 3D.

• Você não pode usar esta força de trablaho se seus dados contiverem informações de identificação 
pessoal (PII).

• O Mechanical Turk não está disponível em algumas regiões AWS especiais. Se aplicável, consulte 
a documentação da sua região especial para obter mais informações.

Gerenciar forças de trabalho de fornecedores

Você pode usar uma força de trabalho gerenciada pelo fornecedor para rotular seus dados usando 
o Amazon SageMaker Ground Truth (Ground Truth) e o Amazon Augmented AI (Amazon A2I). 
Os fornecedores têm ampla experiência no fornecimento de serviços de rotulagem de dados para 
machine learning. As forças de trabalho do fornecedor para esses dois serviços devem ser criadas e 
gerenciadas separadamente por meio do console do Amazon SageMaker.

Fornecedores disponibilizam seus serviços no AWS Marketplace. Você pode encontrar detalhes dos 
serviços do fornecedor em sua página de detalhes, como o número de trabalhadores e as horas de 
trabalho. Você pode usar esses detalhes para fazer estimativas de quanto o trabalho de rotulagem 
custará e quanto tempo você pode esperar que ele demore. Depois de escolher um fornecedor, você 
assina os serviços dele usando o Marketplace da AWS.

Uma assinatura é um contrato entre você e o fornecedor. Esse contrato esclarece os detalhes do 
contrato, como a política de preço, programação ou reembolso. Você se comunicará diretamente 
com o fornecedor se houver algum problema com o seu trabalho de rotulagem.

Você pode assinar qualquer número de fornecedores para atender às suas necessidades de 
anotação de dados. Ao criar um trabalho de rotulagem ou um fluxo de trabalho de revisão humana, é 
possível especificar que o trabalho seja encaminhado para um fornecedor específico.

Important

Antes de enviar dados confidenciais a um fornecedor, verifique as práticas de segurança 
e conformidade em sua página de detalhes e analise o contrato de licença de usuário final 
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(EULA) que faz parte do contrato de assinatura. Você é responsável por garantir que o 
fornecedor atenda aos seus requisitos de conformidade com informações pessoais ou 
confidenciais. Não compartilhe informações de saúde protegidas com essa força de trabalho.

Você deve usar o console para assinar uma força de trabalho de fornecedor. Depois de ter uma 
assinatura, você pode usar a operação ListSubscribedWorkteams para listar seus fornecedores 
inscritos.

Para assinar uma força de trabalho de fornecedores

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Selecione a página apropriada no console do SageMaker.

• Para os trabalhos de rotulagem do Ground Truth, selecione Labeling workforces (Forças de 
trabalho de rotulagem), Vendor (Fornecedor) e Find data labeling services (Localizar serviços 
de rotulagem de dados).

• Para fluxos de trabalho de revisão humana da Amazon A2I, selecione Human review 
workforces (Forças de trabalho de revisão humana), Vendor (Fornecedor) e Find human 
review services (Localizar serviços de revisão humana).

3. O console abre o AWS Marketplace com:

• categoria de serviços de rotulagem de dados selecionada para o Ground Truth

• categoria de serviços de revisão humana selecionada para a Amazon A2I

Veja aqui uma lista dos serviços do fornecedor disponíveis para esse serviço.

4. Escolha um fornecedor. O AWS Marketplace mostra informações detalhadas sobre o serviço 
de rotulagem de dados ou o de revisão humana. Use essas informações para determinar se o 
fornecedor atende aos requisitos da tarefa.

5. Se o fornecedor atender aos seus requisitos, escolha Continuar para assinar.

6. Revise os detalhes da assinatura. Se você concordar com os termos, escolha Assinar para 
concluir sua assinatura do serviço.
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Usar uma força de trabalho privada

Uma força de trabalho privada é um grupo de operadores que você escolhe. Estes podem ser 
funcionários da sua empresa ou um grupo de especialistas no assunto do seu setor. Por exemplo, se 
a tarefa é rotular imagens médicas, você pode criar uma força de trabalho particular de pessoas com 
conhecimento das imagens em questão.

Cada conta AWS tem acesso a uma única força de trabalho privada por região, e o proprietário tem 
a capacidade de criar várias equipes de trabalho privadas dentro dessa força de trabalho. Uma única 
equipe de trabalho privada é usada para concluir um trabalho de rotulagem, uma tarefa de revisão 
humana ou um trabalho. É possível atribuir cada equipe de trabalho a um trabalho separado ou usar 
uma única equipe para vários trabalhos. Um único trabalhador pode estar em mais de uma equipe de 
trabalho.

Sua força de trabalho privada pode ser criada e gerenciada usando o Amazon Cognito ou seu 
próprio provedor de identidade (IdP) privado do OpenID Connect (OIDC).

Se você for um novo usuário do Amazon SageMaker Ground Truth ou do Amazon Augmented AI e 
não precisar que seus funcionários sejam gerenciados com seu próprio IdP, é recomendável usar o 
Amazon Cognito para criar e gerenciar sua força de trabalho privada.

Depois de criar uma força de trabalho, além de criar e gerenciar equipes de trabalho, você pode 
fazer o seguinte:

• Acompanhar o desempenho do operador

• Crie e gerencie tópicos do Amazon SNS para notificar os operadores quando tarefas de rotulagem 
estiverem disponíveis

• Gerenciar acesso da força de trabalho privada a tarefas usando endereços IP

Note

A força de trabalho privada é compartilhada entre o Ground Truth e o Amazon A2I. Para criar 
e gerenciar equipes de trabalho privadas usadas pela Augmented AI, use a seção Ground 
Truth do console do SageMaker.

Tópicos
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• Crie e gerencie a força de trabalho do Amazon Cognito

• Crie e gerencie a força de trabalho do OIDC IdP

• Gerencie a força de trabalho privada usando a API do Amazon SageMaker

• Acompanhar o desempenho do operador

• Criar e gerenciar tópicos do Amazon SNS para suas equipes de trabalho

Crie e gerencie a força de trabalho do Amazon Cognito

Crie e gerencie sua força de trabalho privada usando o Amazon Cognito quando quiser criar sua 
força de trabalho usando o console do Amazon SageMaker ou não quiser a sobrecarga de gerenciar 
credenciais e autenticação de operadores. Quando você cria uma força de trabalho privada com 
o Amazon Cognito, ela fornece autenticação, autorização e gerenciamento de usuários para suas 
equipes privadas.

Tópicos

• Criar uma força de trabalho privada (Amazon Cognito)

• Gerenciar uma força de trabalho privada (Amazon Cognito)

Criar uma força de trabalho privada (Amazon Cognito)

Ao usar o Amazon Cognito, você pode criar uma força de trabalho privada de uma das seguintes 
maneiras:

• Crie uma força de trabalho enquanto você cria o trabalho de rotulagem. Para saber como, consulte
Criar uma força de trabalho do Amazon Cognito ao Criar um trabalho de rotulagem.

• Crie uma força de trabalho antes de criar o trabalho de rotulagem. Para saber como, consulte Criar 
uma força de trabalho do Amazon Cognito usando a página Rotular forças de trabalho.

• Importe uma força de trabalho existente depois de criar um grupo de usuários no console do 
Amazon Cognito. Para saber como, consulte Criar uma força de trabalho privada (Console do 
Amazon Cognito).

Depois de criar uma força de trabalho privada, essa força de trabalho e todas as equipes de trabalho 
e os operadores associados a ela estão disponíveis para uso em todas as tarefas de trabalho de 
rotulagem do Ground Truth e em tarefas de fluxos de trabalho de revisão humana da Amazon 
Augmented AI.
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Se não estiver familiarizado com o Amazon SageMaker e desejar testar o Ground Truth ou o Amazon 
A2I, sugerimos criar uma equipe de trabalho privada composta por pessoas da sua organização 
usando o console. Use essa equipe de trabalho ao criar fluxos de trabalho de rotulagem ou de 
análise humana (definições de fluxo) para testar a interface do usuário do operador e o fluxo de 
trabalho.

Tópicos

• Criar uma força de trabalho privada (Amazon Console do SageMaker)

• Criar uma força de trabalho privada (Console do Amazon Cognito)

Criar uma força de trabalho privada (Amazon Console do SageMaker)

É possível criar uma força de trabalho privada no console do Amazon SageMaker de uma destas 
duas maneiras:

• Ao criar um trabalho de rotulagem na página Trabalhos de rotulagem da seção do Amazon 
SageMaker Ground Truth.

• Usando a página Labeling workforces da seção Amazon SageMaker Ground Truth. Se você estiver 
criando uma força de trabalho privada para um fluxo de trabalho de análise humana do Amazon 
A2I, use esse método.

Ambos os métodos também criam uma equipe de trabalho padrão contendo todos os membros da 
força de trabalho. Essa força de trabalho privada está disponível para uso em trabalhos de Ground 
Truth e Amazon Augmented AI.

Quando você cria uma força de trabalho privada usando o console, o SageMaker usa o Amazon 
Cognito como um provedor de identidade para sua força de trabalho. Se quiser usar seu próprio 
provedor de identidade (IdP) do OpenID Connect (OIDC) para criar e gerenciar sua força de 
trabalho privada, você deve criar uma força de trabalho usando a operação da API SageMaker
CreateWorkforce. Para saber mais, consulte Criar uma força de trabalho privada (OIDC IdP).

Criar uma força de trabalho do Amazon Cognito ao Criar um trabalho de rotulagem

Se você não criou uma força de trabalho privada ao criar o trabalho de rotulagem, e você escolher 
usar operadores privados, será solicitado que você crie uma. Isso vai criar uma força de trabalho 
privada usando o Amazon Cognito.
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Como criar uma força de trabalho ao criar um trabalho de rotulagem (console)

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, selecione Trabalhos de rotulagem e preencha todos os campos 
obrigatórios. Para obter instruções sobre como iniciar um trabalho de rotulagem, consulte
Conceitos básicos. Escolha Próximo.

3. Selecione Privado para o tipo de força de trabalho.

4. Na seção Workers (Operadores) insira:

a. O Nome da equipe. 

b. Endereços de e-mail de até 100 membros da força de trabalho. Os endereços de e-mail 
diferenciam maiúsculas de minúsculas. Os funcionários devem fazer login usando a mesma 
formatação usada quando o endereço foi inicialmente inserido. Você poderá adicionar 
outros membros da força de trabalho após a criação do trabalho.

c. O nome da sua organização. O SageMaker usa isso para personalizar o e-mail enviado aos 
operadores.

d. Um endereço de e-mail de contato para os trabalhadores informarem problemas 
relacionados à tarefa.

Quando você cria o trabalho de rotulagem, um e-mail é enviado para cada operador, convidando-o 
a fazer parte da força de trabalho. Depois que a força de trabalho for criada, você poderá adicionar, 
excluir e desativar operadores usando o console do SageMaker ou o console do Amazon Cognito.

Criar uma força de trabalho do Amazon Cognito usando a página Rotular forças de trabalho

Para criar e gerenciar a força de trabalho privada, você pode usar a página Rotular forças de 
trabalho. Ao seguir as instruções abaixo, você tem a opção de criar uma força de trabalho privada 
inserindo e-mails de operadores importando uma força de trabalho pré-existente de um grupo de 
usuários do Amazon Cognito. Para importar uma força de trabalho, consulte Criar uma força de 
trabalho privada (Console do Amazon Cognito).

Como criar e-mails de operadores de uma força de trabalho privada

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, selecione Labeling workforces (Etiquetar forças de trabalho).

3. Selecione Privado e escolha Criar equipe privada.

4. Selecione Convidar novos operadores por e-mail.
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5. Cole ou digite uma lista de até 50 endereços de e-mail, separados por vírgulas, na caixa de 
endereços de e-mail.

6. Insira o nome de uma organização e um e-mail de contato.

7. Se preferir, selecione um tópico do SNS no qual inscrever a equipe para que os operadores 
sejam notificados por e-mail quando novos trabalhos de rotulagem do Ground Truth estiverem 
disponíveis. As notificações do Amazon SNS são suportadas pelo Ground Truth e não pela 
Augmented AI. Se você inscrever operadores para receberem notificações do SNS, eles 
somente receberão notificações sobre trabalhos de rotulagem do Ground Truth. Eles não 
receberão notificações sobre tarefas da IA aumentada.

8. Clique no botão Criar equipe privada.

Depois de importar a força de trabalho privada, atualize a página. Na página Resumo da força de 
trabalho privada, é possível ver informações sobre o grupo de usuários do Amazon Cognito para 
a força de trabalho, uma lista de equipes de trabalho da força de trabalho e uma lista de todos os 
membros da força de trabalho privada.

Note

Se você excluir todas as equipes de trabalho privadas, será necessário repetir esse processo 
para usar uma força de trabalho privada nessa região.

Criar uma força de trabalho privada (Console do Amazon Cognito)

O Amazon Cognito é usado para definir e gerenciar a força de trabalho privada e as equipes de 
trabalho. É um serviço que você pode usar para criar identidades para os operadores e autenticar 
essas identidades com provedores de identidade.  Uma força de trabalho privada corresponde a 
um único grupo de usuários do Amazon Cognito. As equipes de trabalho privadas correspondem 
a grupos de usuários do Amazon Cognito dentro desse grupo de usuários. 

Exemplo de provedores de identidade compatíveis com o Amazon Cognito:

• Provedores de login social, como o Facebook e o Google
• Provedores OpenID Connect (OIDC)
• Provedores de SAML (Security Assertion Markup Language), como o Active Directory
• O provedor de identidade integrado do Amazon Cognito
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Para obter mais informações, consulte O que é o Amazon Cognito?

Para criar uma força de trabalho privada usando o Amazon Cognito, é necessário ter um 
grupo de usuários do Amazon Cognito existente contendo pelo menos um grupo de usuários. 
Consulte Tutorial: Criar um grupo de usuários para saber como criar um grupo de usuários. 
Consulte Adicionar grupos a um grupo de usuários para saber como adicionar um grupo de usuários 
a um grupo.

Depois que o grupo de usuários tiver sido criado, siga as etapas abaixo para criar uma força de 
trabalho privada importando esse grupo de usuários para o Amazon SageMaker.

Como criar uma força de trabalho privada importando um grupo de usuários do Amazon Cognito

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, selecione Labeling workforces (Etiquetar forças de trabalho).

3. Selecione Private (Privado).

4. Selecione Create private team (Criar equipe privada). Isso cria uma força de trabalho privada e 
uma equipe de trabalho.

5. Para importar operadores de grupos de usuários existentes do Amazon Cognito.

6. Escolha um grupo de usuários que você criou. Os grupos de usuários exigem um domínio e um 
grupo de usuários existente. Se você receber um erro informando que o domínio está ausente, 
defina-o nas opções Domain name (Nome do domínio) na página App integration (Integração de 
aplicativos) do console do Amazon Cognito do grupo.

7. Escolha um cliente de aplicativo. Recomendamos usar um cliente gerado pelo SageMaker.

8. Selecione um grupo de usuários do grupo para importar seus membros.

9. Opcionalmente, selecione um tópico do Amazon Simple Notification Service (Amazon SNS) 
no qual inscrever a equipe para que os operadores sejam notificados por e-mail quando novos 
trabalhos de rotulagem estiverem disponíveis. As notificações do Amazon SNS são suportadas 
pelo Ground Truth e não pela Augmented AI. Se você inscrever operadores para receberem 
notificações do SNS, eles somente receberão notificações sobre trabalhos de rotulagem do 
Ground Truth. Eles não receberão notificações sobre tarefas da IA aumentada.

10. Selecione Create private team (Criar equipe privada).
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Important

Depois de criar uma força de trabalho usando um grupo de usuários do Amazon Cognito, ela 
não deverá ser excluída sem antes excluir todas as equipes de trabalho associadas a esse 
grupo no console do SageMaker. 

Depois de importar a força de trabalho privada, atualize a página para ver a página Resumo da força 
de trabalho privada. Nessa página, é possível ver informações sobre o grupo de usuários do Amazon 
Cognito da força de trabalho, uma lista de equipes de trabalho para da força de trabalho e uma lista 
de todos os membros da força de trabalho privada. Essa força de trabalho agora está disponível 
para uso no Amazon Augmented AI e no Amazon SageMaker Ground Truth para tarefas de revisão 
humana e trabalhos de rotulagem de dados, respectivamente.

Gerenciar uma força de trabalho privada (Amazon Cognito)

Depois de criar uma força de trabalho privada usando o Amazon Cognito, você pode criar e gerenciar 
equipes de trabalho usando o console do Amazon SageMaker e as operações de API.

Você pode fazer o seguinte usando o console do SageMaker ou o console do Amazon Cognito.

• Adicionar e excluir equipes de trabalho.

• Adicionar operadores à sua força de trabalho e uma ou mais equipes de trabalho.

• Desativar ou remover operadores de sua força de trabalho e uma ou mais equipes de trabalho. Se 
você adicionar operadores a uma força de trabalho usando o console do Amazon Cognito, será 
necessário usar o mesmo console para remover o operador da força de trabalho.

É possível restringir o acesso a tarefas para operadores em endereços IP específicos usando a API 
do SageMaker. Para obter mais informações, consulte Gerencie a força de trabalho privada usando a 
API do Amazon SageMaker.

Tópicos

• Gerenciar uma força de trabalho (Console do Amazon SageMaker)

• Gerencie uma força de trabalho privada (Amazon Cognito Console)

Usar uma força de trabalho privada 1865

https://docs.aws.amazon.com/sagemaker/latest/dg/sms-workforce-management-private-console.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-workforce-management-private-cognito.html


Amazon SageMaker Guia do Desenvolvedor

Gerenciar uma força de trabalho (Console do Amazon SageMaker)

Você pode usar o console do Amazon SageMaker para criar e gerenciar equipes de trabalho e 
operadores individuais que compõem uma força de trabalho privada.

Use uma equipe de trabalho para atribuir membros da força de trabalho privada a um trabalho
de rotulagem ou de revisão humana. Quando você cria a força de trabalho usando o console do 
SageMaker, há uma equipe de trabalho chamada Everyone-in-private-workforce que pode ser 
usada caso queira atribuir toda a força de trabalho a um trabalho. Como um grupo de usuários do 
Cognito da Amazon importado pode conter membros que você não deseja incluir nas suas equipes 
de trabalho, uma equipe de trabalho semelhante não é criada para grupos de usuários do Cognito da 
Amazon.

Você tem duas opções para criar uma equipe de trabalho.

• É possível criar uma força de trabalho no console do SAgeMaker e adicionar membros da sua 
força de trabalho à equipe.

• Você pode criar um grupo de usuários usando o console do Amazon Cognito e, em seguida, criar 
uma equipe de trabalho por meio da importação do grupo de usuários. Você pode importar mais 
de um grupo de usuários para cada equipe de trabalho. Você gerencia os membros da equipe de 
trabalho atualizando o grupo de usuários no console do Amazon Cognito. Consulte Gerencie uma 
força de trabalho privada (Amazon Cognito Console) para obter mais informações. 

Criar uma equipe de trabalho usando o console do SageMaker

Você pode criar um novo grupo de usuários do Amazon Cognito ou importar um grupo de usuários 
existente usando o console do SageMaker na página forças de trabalho de rotulagem. Para obter 
mais informações sobre como criar um grupo de usuários no console do Amazon Cognito, consulte
Gerencie uma força de trabalho privada (Amazon Cognito Console).

Para criar uma equipe de trabalho usando o console do SageMaker

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Escolha Forças de trabalho de rotulagem no menu à esquerda.

3. Em Private (Privado), selecione Create private team (Criar equipe privada).

4. Em Team details (Detalhes da equipe), insira um Team name (Nome da equipe). O nome deve 
ser único na sua conta em uma Região da AWS.
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5. Em Add workers (Adicionar operadores), escolha um método para adicionar operadores à 
equipe usando um grupo de usuários.

• Se você escolher Criar uma equipe adicionando trabalhadores a um novo grupo de usuários 
do Amazon Cognito, selecione os trabalhadores a serem adicionados à equipe.

• Se você escolher Criar uma equipe importando grupos de usuários existentes do Amazon 
Cognito, escolha os grupos de usuários que fazem parte da nova equipe.

6. Se você escolher um SNS topic (Tópico do SNS), todos os operadores adicionados à equipe 
serão inscritos no tópico do Amazon SNS e notificados quando novos itens de trabalho 
estiverem disponíveis para a equipe. Selecione em uma lista de seus tópicos do Amazon SNS 
existentes relacionados ao Ground Truth ou selecione Criar novo tópico para abrir uma caixa de 
diálogo de criação de tópico.

As notificações do SNS do Amazon são suportadas pelo Ground Truth e não pela IA 
Aumentada. Se você inscrever operadores para receberem notificações do SNS, eles receberão 
somente notificações sobre trabalhos de rotulagem do Ground Truth. Eles não receberão 
notificações sobre tarefas da IA aumentada.

Os operadores de uma equipe de trabalho inscritos em um tópico receberão notificações quando 
um novo trabalho de rotulagem do Ground Truth para essa equipe for disponibilizado e quando um 
trabalho estiver prestes a expirar.

Leia Criar e gerenciar tópicos do Amazon SNS para suas equipes de trabalho para obter mais 
informações sobre como usar o tópico do Amazon SNS.

Assinaturas

Depois de criar uma equipe de trabalho, você pode ver mais informações sobre a equipe e alterar 
ou definir o tópico do Amazon SNS no qual seus membros estão inscritos acessando o console do 
Amazon Cognito. Se você adicionou algum membro da equipe antes de inscrever a equipe em um 
tópico, precisará inscrever manualmente esses membros nesse tópico. Leia Criar e gerenciar tópicos 
do Amazon SNS para as equipes de trabalho a fim de obter mais informações sobre como criar e 
gerenciar o tópico do Amazon SNS.

Adicionar ou remover operadores

Uma equipe de trabalho é um grupo de operadores na sua força de trabalho aos quais é possível 
atribuir tarefas. Um operador pode ser adicionado a mais de uma equipe de trabalho. Depois que um 
operador é adicionado a uma equipe de trabalho, esse operador pode ser desabilitado ou removido.
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Adicionar operadores à força de trabalho

Adicionar um operador à força de trabalho permite que você adicione esse operador a qualquer 
equipe de trabalho dentro dessa força de trabalho. 

Para adicionar operadores usando a página de Resumo da força de trabalho privada

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Selecione (Forças de trabalho de rotulagem) para navegar até a página do Resumo da força de 
trabalho privada.

3. Selecione Private (Privado).

4. Selecione Convidar novos operadores

5. Cole ou digite uma lista de endereços de e-mail, separados por vírgulas, na caixa de endereços 
de e-mail. É possível ter até 50 endereços de e-mail nessa lista.

Adicionar um operador a uma equipe de trabalho

Um operador deve ser adicionado à força de trabalho antes de ser adicionado a uma equipe de 
trabalho. Para adicionar um operador a uma equipe de trabalho, navegue primeiro até a página
Private workforce summary (Resumo da força de trabalho privada) usando as etapas acima.

Como adicionar um operador a uma equipe de trabalho usando a página de resumo da força de 
trabalho privada.

1. Na seção Equipes privadas, selecione a equipe à qual você deseja adicionar os operadores.

2. Selecione a guia Operadores.

3. Selecione Adicionar operadores à equipe e selecione as caixas ao lado dos operadores que 
deseja adicionar.

4. Clique em Adicionar operadores à equipe.

Desativar e remover um operador da força de trabalho

A desativação de um operador impede que o ele receba um trabalho. Essa ação não remove o 
operador da força de trabalho nem de qualquer equipe de trabalho à qual ele está associado. Para 
desativar ou remover um operador de uma equipe de trabalho, primeiro navegue até a página de 
resumo da força de trabalho privada usando as etapas acima.
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Como desativar um operador usando a página do Resumo da força de trabalho privada

1. Na seção Workers (Operadores), selecione o operador que você deseja desativar.

2. Escolha Disable .

Se desejar, você poderá Enable (Ativar) um operador logo depois que ele foi desativado.

Você pode remover operadores da força de trabalho privada diretamente no console do SageMaker 
se esse operador tiver sido adicionado nesse console. Se você adicionou o operador (usuário) no 
console do Amazon Cognito, consulte Gerencie uma força de trabalho privada (Amazon Cognito 
Console) para saber como remover o operador no console do Amazon Cognito.

Como remover um operador usando a página do resumo da força de trabalho privada

1. Na seção Operadores, selecione o operador que você deseja excluir.

2. Se o operador não tiver sido desativado, selecione Disable (Desativar). 

3. Escolha o operador e selecione Delete (Excluir).

Gerencie uma força de trabalho privada (Amazon Cognito Console)

Uma força de trabalho privada corresponde a um único grupo de usuários do Amazon Cognito. As 
equipes de trabalho privadas correspondem a grupos de usuários do Amazon Cognito dentro desse 
grupo de usuários. Os operadores correspondem aos usuários do Amazon Cognito dentro desses 
grupos.

Após a criação da força de trabalho, você pode adicionar equipes de trabalho e operadores 
individuais por meio do console do Amazon Cognito. Você também pode excluir operadores da força 
de trabalho privada ou removê-los de equipes individuais no console do Amazon Cognito.

Important

Não é possível excluir equipes de trabalho do console do Amazon Cognito. Excluir um grupo 
de usuários do Amazon Cognito associado a uma equipe de trabalho do Amazon Sagemaker 
resultará em um erro. Para remover equipes de trabalho, use o console do SageMaker. 
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Criar Equipes de Trabalho (Console do Amazon Cognito)

Você pode criar uma nova equipe de trabalho para concluir um trabalho adicionando um grupo de 
usuários do Amazon Cognito ao grupo de usuários associado à sua força de trabalho privada. Para 
adicionar um grupo de usuários do Amazon Cognito a um grupo de operadores existente, consulte
Adicionar grupos a um grupo de usuários. 

Como criar uma equipe de trabalho usando um grupo de usuários do Amazon Cognito existente

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, selecione Workforces (Forças de trabalho).

3. Em Private teams (Equipes privadas), selecione Create private team (Criar equipe privada).

4. Em Detalhes da equipe, dê um nome à equipe. O nome deve ser único na sua conta em uma 
Região da AWS.

5. Em Adicionar trabalhadores, escolha Importar grupos de usuários existentes do Amazon Cognito
e escolha um ou mais grupos de usuários que façam parte da nova equipe.

6. Se você selecionar um tópico do SNS, todos os operadores adicionados à equipe serão inscritos 
no tópico do Amazon Simple Notification Service (Amazon SNS) e notificados quando novos 
itens de trabalho estiverem disponíveis para a equipe. Escolha em uma lista dos tópicos 
existentes do SNS relacionados ao SageMaker Ground Truth ou à IA Aumentada da Amazon, ou 
selecione Criar novo tópico para criar um.

Note

As notificações do SNS da Amazon são suportadas pelo Ground Truth e sem suporte 
pela IA aumentada. Se você inscrever operadores para receberem notificações do SNS, 
eles receberão apenas notificações sobre tarefas de rótulos de veracidade do Ground 
Truth. Eles não receberão notificações sobre tarefas da IA Aumentada.

Assinaturas

Depois de criar uma equipe de trabalho, você pode ver mais informações sobre a equipe e alterar ou 
definir o tópico do SNS no qual seus membros estão inscritos usando o console do Amazon Cognito. 
Se você adicionou algum membro da equipe antes de inscrever a equipe em um tópico, precisará 
inscrever manualmente esses membros nesse tópico. Para obter mais informações, consulte Criar e 
gerenciar tópicos do Amazon SNS para suas equipes de trabalho.
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Adicionar e remover trabalhadores (Amazon Cognito Console)

Ao usar o console do Amazon Cognito para adicionar operadores a uma equipe de trabalho, é 
necessário adicionar um usuário ao grupo de usuários associado à força de trabalho antes de 
adicioná-lo a um grupo de usuários. Os usuários podem ser adicionados a um grupo de usuários de 
várias maneiras. Para obter mais informações, consulte Cadastrar e confirmar contas de usuário.

Adicionar um operador a uma equipe de trabalho

Depois de um usuário ter sido adicionado a um grupo, ele pode ser associado a grupos de usuários 
dentro desse grupo. Depois que um usuário foi adicionado a um grupo de usuários, esse usuário se 
torna um operador em qualquer equipe de trabalho criada usando esse grupo de usuários.

Como adicionar um usuário a um grupo de usuários

1. Abra o console do Amazon Cognito: https://console.aws.amazon.com/cognito/.

2. Selecione Manage User Pools.

3. Selecione o grupo de usuários associado à sua força de trabalho do SageMaker. 

4. Em General Settings (Configurações gerais), selecione Users and Groups (Usuários e grupos) e 
siga um destes procedimentos:

• Selecione Groups (Grupos), escolha o grupo ao qual você deseja adicionar o usuário e 
selecione Add users (Adicionar usuários). Escolha os usuários que deseja adicionar ao 
escolher o ícone mais à direita do nome de usuário. 

• Selecione Users (Usuários), escolha o usuário que deseja adicionar ao grupo de usuários 
e selecione Add to group (Adicionar ao grupo). No menu suspenso, escolha o grupo e 
selecione Add to group (Adicionar ao grupo).

Desativar e remover um operador de uma equipe de trabalho

A desativação de um operador impede que o operador receba trabalhos. Essa ação não remove o 
operador da força de trabalho e nem de nenhuma equipe de trabalho à qual ele está associado. Para 
remover um usuário de uma equipe de trabalho no Amazon Cognito, remova o usuário do grupo de 
usuários associado a essa equipe.

Desativar um operador (console do Amazon Cognito)

1. Abra o console do Amazon Cognito em https://console.aws.amazon.com/cognito/.

2. Selecione Manage User Pools.
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3. Selecione o grupo de usuários associado à força de trabalho do SageMaker.

4. Em General Settings (Configurações gerais), selecione Users and Groups (Usuários e grupos).

5. Escolha o usuário que deseja desativar.

6. Selecione Desabilitar usuário.

É possível ativar um usuário desativado selecionando Enable User (Ativar usuário). 

Como remover um usuário de um grupo de usuários (console do Amazon Cognito)

1. Abra o console do Amazon Cognito: https://console.aws.amazon.com/cognito/.

2. Selecione Manage User Pools.

3. Selecione o grupo de usuários associado à sua força de trabalho do SageMaker. 

4. Em General Settings (Configurações gerais), selecione Users and Groups (Usuários e grupos).

5. Na guia Usuário, selecione o ícone X à direita do grupo do qual você deseja remover o usuário.

Crie e gerencie a força de trabalho do OIDC IdP

Crie uma força de trabalho privada usando um provedor de identidade (IdP) do OpenID Connect 
(OIDC) quando quiser gerenciar e autenticar seus operadores usando seu próprio IdP do OIDC. As 
credenciais individuais do operador e outros dados serão mantidos em sigilo. A Ground Truth e a 
Amazon A2I só terão visibilidade das informações dos operadores que você fornecer por meio das 
solicitações enviadas a esses serviços. Para criar uma força de trabalho usando um IdP OIDC, seu 
IdP deve apoiar grupos porque o Ground Truth e o Amazon A2I mapeiam um ou mais grupos em 
seu IdP para uma equipe de trabalho. Para saber mais, consulte Envie reivindicações obrigatórias e 
opcionais para o Ground Truth e o Amazon A2I.

Se você for um novo usuário do Ground Truth ou do Amazon A2I, poderá testar a interface do 
usuário e o fluxo de trabalho do seu operador criando uma equipe de trabalho privada e adicionando 
você mesmo como operador. Use essa equipe de trabalho ao criar um trabalho de rotulagem ou 
um fluxo de trabalho de revisão humana. Primeiro, crie uma força de trabalho privada do OIDC 
IdP usando as instruções em Criar uma força de trabalho privada (OIDC IdP). A seguir, consulte
Gerenciar uma força de trabalho privada (OIDC IdP) para saber como criar uma equipe de trabalho.

Tópicos

• Criar uma força de trabalho privada (OIDC IdP)
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• Gerenciar uma força de trabalho privada (OIDC IdP)

Criar uma força de trabalho privada (OIDC IdP)

Crie uma força de trabalho privada usando um provedor de identidades (IdP) do OpenID Connect 
(OIDC) quando quiser autenticar e gerenciar seus operadores usando seu próprio provedor de 
identidades. Use esta página para aprender a configurar seu IdP para se comunicar com o Amazon 
SageMaker Ground Truth (Ground Truth) ou com o Amazon Augmented AI (Amazon A2I) e a criar 
uma força de trabalho usando seu próprio IdP.

Para criar uma força de trabalho usando um IdP OIDC, seu IdP deve oferecer suporte a grupos
porque o Ground Truth e o Amazon A2I usam um ou mais grupos que você especifica para criar 
equipes de trabalho. Você usa equipes de trabalho para especificar trabalhadores para seus 
trabalhos de rotulagem e tarefas de revisão humana. Como os grupos não são uma declaração 
padrão, a convenção do seu IdP pode ter uma de nomenclatura diferente para um grupo de usuários 
(trabalhadores). Portanto, você deve identificar um ou mais grupos de declaração personalizada
sagemaker:groups que é enviada para o Ground Truth ou Amazon A2I do seu IdP. Para saber 
mais, consulte Envie reivindicações obrigatórias e opcionais para o Ground Truth e o Amazon A2I.

Você cria uma força de trabalho do OIDC IdP usando a operação CreateWorkforce da API 
SageMaker. Depois de criar uma força de trabalho privada, essa força de trabalho e todas as 
equipes de trabalho e os operadores associados a ela estão disponíveis para uso em todas as 
tarefas de trabalho de rotulagem do Ground Truth e em tarefas de fluxos de trabalho de revisão 
humana do A2I. Para saber mais, consulte Crie uma força de trabalho IdP OIDC.

Envie reivindicações obrigatórias e opcionais para o Ground Truth e o Amazon A2I

Quando você usa seu próprio IdP, o Ground Truth e o Amazon A2I usam seu Issuer, ClientId
e ClientSecret para autenticar trabalhadores, obtendo um CÓDIGO de autenticação do seu
AuthorizationEndpoint.

A Ground Truth e a Amazon A2I usarão esse CÓDIGO para obter uma declaração personalizada 
de seu IdP TokenEndpoint ou UserInfoEndpoint. Você pode configurar TokenEndpoint
para retornar um token web JSON (JWT) ou UserInfoEndpoint para retornar um objeto JSON. 
O objeto JWT ou JSON deve conter declarações obrigatórias e opcionais que você especificar. 
Uma declaração é um par de valores-chave que contém informações sobre um trabalhador ou 
metadados sobre o serviço OIDC. A tabela a seguir lista as declarações que devem ser incluídas e 
que, opcionalmente, podem ser incluídas no objeto JWT ou JSON que seu IdP retorna.
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Note

Alguns dos parâmetros na tabela a seguir podem ser especificados usando um : ou -. 
Por exemplo, você pode especificar os grupos aos quais um trabalhador pertence usando
sagemaker:groups ou sagemaker-groups em sua declaração.

Nome Obrigatór 
io

Formato e valores 
aceitos

Descrição Exemplo

sagemaker 
:groups  ou
sagemaker-
groups

Sim Tipo de dados:

Se um trabalhad 
or pertencer a 
um único grupo, 
identifique o grupo 
usando uma string.

Se um trabalhador 
pertencer a vários 
grupos de caractere 
s, use uma lista de 
até 10 sequências 
de caracteres.

Caracteres 
permitidos:

Regex: [\p{L}\p{ 
M}\p{S}\p{N}\p{P}]+

Cotas:

10 grupos por 
trabalhador

63 caracteres por 
nome de grupo

Atribui um trabalhad 
or a um ou mais 
grupos. Os grupos 
são usados para 
mapear o trabalhad 
or em equipes de 
trabalho.

Exemplo de 
trabalhador que 
pertence a um 
único grupo:
"work_team1"

Exemplo de um 
trabalhador que 
pertence a mais 
de um grupo:
["work_team1", 
"work_team2"]
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Nome Obrigatór 
io

Formato e valores 
aceitos

Descrição Exemplo

sagemaker 
:sub  ou
sagemaker-
sub

Sim Tipo de dados:

String

Isso é obrigatór 
io para rastrear a 
identidade de um 
trabalhador dentro da 
plataforma Ground 
Truth para auditoria e 
identificar as tarefas 
realizadas por esse 
trabalhador.

Para ADFS: os 
clientes devem usar 
o Identificador de 
Segurança Primário 
(SID).

"11101110 
1-1234567 
89-368705 
6437-1111"

sagemaker 
:client_id
ou sagemaker 
-client_id

Sim Tipo de dados:

String

Caracteres 
permitidos:

Regex: [\w+-]+

Cotas:

128 caracteres

Um ID de cliente. 
Todos os tokens 
devem ser emitidos 
para esse ID de 
cliente.

"00b600bb 
-1f00-05d 
0-bd00-00 
be00fbd0e0"

sagemaker 
:name  ou
sagemaker-
name

Sim Tipo de dados:

String

O nome do trabalhad 
or a ser exibido no 
portal do trabalhador.

"Jane Doe"
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Nome Obrigatór 
io

Formato e valores 
aceitos

Descrição Exemplo

email Não Tipo de dados:

String

O e-mail do 
trabalhador. O 
Ground Truth usa 
esse e-mail para 
notificar os trabalhad 
ores de que eles 
foram convidados 
para trabalhar em 
tarefas de rotulagem 
. O Ground Truth 
também usará esse 
e-mail para notificar 
seus funcionários 
quando as tarefas de 
rotulagem estiverem 
disponíveis, caso 
você configure um 
tópico do Amazon 
SNS para uma 
equipe de trabalho 
da qual esse 
funcionário faça 
parte.

"example- 
email@dom 
ain.com"

email_ver 
ified

Não Tipo de dados:

Bool

Valores aceitos:

True, False

Indica se o e-mail do 
usuário foi verificado 
ou não.

True

Veja a seguir um exemplo da sintaxe do objeto JSON UserInfoEndpoint que você pode retornar.
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{ 
    "sub":"122", 
    "exp":"10000", 
    "sagemaker-groups":["group1","group2"] 
    "sagemaker-name":"name", 
    "sagemaker-sub":"122", 
    "sagemaker-client_id":"123456"
}

O Ground Truth ou o Amazon A2I compara os grupos listados sagemaker:groups ou sagemaker-
groups para verificar se seu trabalhador pertence à equipe de trabalho especificada no trabalho de 
rotulagem ou na tarefa de revisão humana. Depois que a equipe de trabalho é verificada, as tarefas 
de rotulagem ou revisão humana são enviadas a esse funcionário.

Crie uma força de trabalho IdP OIDC

Você pode criar uma força de trabalho usando a CreateWorkforce operação da API SageMaker e 
os SDKs específicos do idioma associados. Especifique um WorkforceName e informações sobre 
seu OIDC IDP no parâmetro OidcConfig. É recomendável que você configure seu OIDC com um 
URI de redirecionamento de espaço reservado e, em seguida, atualize o URI com o URL do portal do 
trabalhador depois de criar a força de trabalho. Para saber mais, consulte Configure seu IdP OIDC.

Veja a seguir um exemplo da solicitação. Consulte CreateWorkforce para saber mais sobre cada 
parâmetro nessa solicitação.

CreateWorkforceRequest: { 
    #required fields 
    WorkforceName: "example-oidc-workforce", 
    OidcConfig: {  
        ClientId: "clientId", 
        ClientSecret: "secret", 
        Issuer: "https://example-oidc-idp.com/adfs", 
        AuthorizationEndpoint: "https://example-oidc-idp.com/adfs/oauth2/authorize", 
        TokenEndpoint: "https://example-oidc-idp.com/adfs/oauth2/token", 
        UserInfoEndpoint: "https://example-oidc-idp.com/adfs/oauth2/userInfo", 
        LogoutEndpoint: "https://example-oidc-idp.com/adfs/oauth2/log-out", 
        JwksUri: "https://example-oidc-idp.com/adfs/discovery/keys" 
    }, 
    SourceIpConfig: { 
        Cidrs: ["string", "string"] 
    }
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}

Configure seu IdP OIDC

A forma como você configura seu IdP OIDC depende do IdP que você usa e dos requisitos de sua 
empresa.

Ao configurar seu IdP, você deve especificar um URI de retorno de chamada ou redirecionamento. 
Depois que o Ground Truth ou o Amazon A2I autenticarem um trabalhador, esse URI redirecionará 
o trabalhador para o portal do trabalhador, onde os trabalhadores poderão acessar tarefas 
de rotulagem ou revisão humana. Para criar uma URL do portal do trabalhador, você precisa 
criar uma força de trabalho com os detalhes do seu IdP do OIDC usando a operação da API
CreateWorkforce. Especificamente, você deve configurar seu IdP do OIDC com as declarações 
personalizadas necessárias do sagemaker (consulte a próxima seção para obter mais detalhes). 
Portanto, é recomendável que você configure seu OIDC com um URI de redirecionamento de espaço 
reservado e, em seguida, atualize o URI depois de criar a força de trabalho. Consulte Crie uma força 
de trabalho IdP OIDC para saber como criar uma força de trabalho usando essa API.

Você pode visualizar a URL do seu portal de trabalho no console do SageMaker Ground Truth ou 
usando a operação da API SageMaker, DescribeWorkforce. A URL do portal do trabalhador está 
no parâmetro SubDomain na resposta.

Important

Certifique-se de adicionar o subdomínio da força de trabalho à sua lista de permissões 
de IdP do OIDC. Quando você adiciona o subdomínio à sua lista de permissões, ele deve 
terminar com /oauth2/idpresponse.

Para visualizar a URL do portal do trabalhador após criar uma força de trabalho privada (Console):

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, selecione Rotular forças de trabalho.

3. Selecione a guia Privado .

4. No resumo da força de trabalho privada, você verá o URL de login do portal de rotulagem. Esta 
é a URL do seu portal de trabalho.

Para visualizar a URL do portal do trabalhador após criar uma força de trabalho privada (API):
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Quando criar uma força de trabalho privada usando CreateWorkforce, você especifica um
WorkforceName. Use esse nome para ligar DescribeWorkforce. A tabela a seguir inclui 
exemplos de solicitações usando AWS CLI e AWS SDK for Python (Boto3).

SDK for Python (Boto3)

response = client.describe_workforce(WorkforceName='string')
print(f'The workforce subdomain is: {response['SubDomain']}')

AWS CLI

$ C:\>  describe-workforce --workforce-name 'string'

Valide sua resposta de autenticação da força de trabalho do OIDC IdP

Depois de criar sua força de trabalho IdP OIDC, use o procedimento a seguir para validar o fluxo de 
trabalho de autenticação usando cURL. Esse procedimento pressupõe que você tenha acesso a um 
terminal e que tenha o cURL instalado.

Valide sua resposta de autorização do OIDC IdP:

1. Obtenha um código de autorização usando um URI configurado da seguinte forma:

{AUTHORIZE ENDPOINT}?client_id={CLIENT ID}&redirect_uri={REDIRECT 
 URI}&scope={SCOPE}&response_type=code

a. Substitua {AUTHORIZE ENDPOINT} pelo endpoint de autorização do seu IdP do OIDC.

b. Substitua {CLIENT ID} pelo ID do cliente do seu cliente OAuth.

c. Substitua {REDIRECT URI} pela URL do portal do trabalhador. Se ainda não estiver 
presente, você deverá adicionar /oauth2/idpresponse ao final do URL.

d. Se tiver um escopo personalizado, use-o para substituir {SCOPE}. Se não tiver um escopo 
personalizado, substitua {SCOPE} por openid.

Veja a seguir um exemplo de URI após as modificações acima serem feitas:

https://example.com/authorize?
client_id=f490a907-9bf1-4471-97aa-6bfd159f81ac&redirect_uri=https%3A%2F%2F
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%2Fexample.labeling.sagemaker.aws
%2Foauth2%2Fidpresponse&response_type=code&scope=openid

2. Copie e cole o URI modificado da etapa 1 em seu navegador e pressione Enter no teclado.

3. Autentique usando seu IdP.

4. Copie o parâmetro de consulta do código de autenticação no URI. Esse parâmetro começa 
com code=. Veja a seguir um exemplo de como pode ser a resposta. Neste exemplo, copie
code=MCNYDB... e tudo o que vier depois.

https://example.labeling.sagemaker.aws/oauth2/idpresponse?code=MCNYDB....

5. Abra um terminal e digite o seguinte comando depois de fazer as modificações necessárias 
listadas abaixo:

curl --request POST \ 
  --url '{TOKEN ENDPOINT}' \ 
  --header 'content-type: application/x-www-form-urlencoded' \ 
  --data grant_type=authorization_code \ 
  --data 'client_id={CLIENT ID}' \ 
  --data client_secret={CLIENT SECRET} \ 
  --data code={CODE} \ 
  --data 'redirect_uri={REDIRECT URI}'

a. Substitua {TOKEN ENDPOINT} pelo endpoint do token do seu IdP do OIDC.

b. Substitua {CLIENT ID} pelo ID do cliente do seu cliente OAuth.

c. Substitua {CLIENT SECRET} pelo ID segredo do cliente do seu cliente OAuth.

d. Substitua {CODE} pelo parâmetro de consulta do código de autenticação que você copiou 
na etapa 4.

e. Substitua {REDIRECT URI} pela URL do portal do trabalhador.

Veja a seguir um exemplo da solicitação cURL após fazer as modificações descritas acima:

curl --request POST \ 
  --url 'https://example.com/token' \ 
  --header 'content-type: application/x-www-form-urlencoded' \ 
  --data grant_type=authorization_code \ 
  --data 'client_id=f490a907-9bf1-4471-97aa-6bfd159f81ac' \ 
  --data client_secret=client-secret \ 
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  --data code=MCNYDB... \ 
  --data 'redirect_uri=https://example.labeling.sagemaker.aws/oauth2/idpresponse'

6. Essa etapa depende do tipo de retorno do access_token IdP, de um token de acesso de texto 
simples ou de um token de acesso JWT.

• Se seu IdP não suportar tokens de acesso JWT, access_token pode ser texto sem 
formatação (por exemplo, um UUID). A resposta que você vê pode ser semelhante à seguinte. 
Nesse caso, vá para a etapa 7.

{ 
  "access_token":"179c144b-fccb-4d96-a28f-eea060f39c13", 
  "token_type":"Bearer", 
  "expires_in":3600, 
  "refresh_token":"ef43e52e-9b4f-410c-8d4c-d5c5ee57631a", 
  "scope":"openid"
}

• Se o seu IdP suportar tokens de acesso JWT, a etapa 5 deverá gerar um token de acesso no 
formato JWT. Por exemplo, a resposta pode ser semelhante ao seguinte exemplo:

{ 
    "access_token":"eyJh...JV_adQssw5c", 
    "refresh_token":"i6mapTIAVSp2oJkgUnCACKKfZxt_H5MBLiqcybBBd04", 
    "refresh_token_expires_in":6327, 
    "scope":"openid", 
    "id_token":"eyJ0eXAiOiJK9...-rDaQzUHl6cQQWNiDpWOl_lxXjQEvQ"
}

Copie o JWT e decodifique-o. Você pode usar o script python ou um site de terceiros para 
decodificá-lo. Por exemplo, você pode acessar o site https://jwt.io/ e colar o JWT na caixa
Codificado para decodificá-lo.

Certifique-se de que a resposta decodificada contenha o seguinte:

• As afirmações obrigatórias do SageMaker na tabela encontrada em Envie reivindicações 
obrigatórias e opcionais para o Ground Truth e o Amazon A2I. Caso contrário, você deverá 
reconfigurar seu IdP do OIDC para conter essas declarações.

• O emissor que você especificou ao configurar a força de trabalho do IdP.

7. Em um terminal, digite o seguinte comando depois de fazer as modificações necessárias 
listadas abaixo:
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curl -X POST -H 'Authorization: Bearer {ACCESS TOKEN}' -d '' -k -v {USERINFO 
 ENDPOINT}

a. Substitua {USERINFO ENDPOINT} pelo endpoint das informações do usuário do seu IdP 
do OIDC.

b. Substitua {ACCESS TOKEN} pelo token de acesso na resposta que você recebeu na etapa 
7. Essa é a entrada para o parâmetro "access_token".

Veja a seguir um exemplo da solicitação cURL após fazer as modificações descritas acima:

 curl -X POST -H 'Authorization: Bearer eyJ0eX...' -d '' -k -v https://example.com/
userinfo

8. A resposta para a etapa final do procedimento acima pode ser semelhante ao bloco de código a 
seguir.

Se o access_token retornado na etapa 6 for texto sem formatação, você deverá verificar 
se essa resposta contém as informações necessárias. Nesse caso, a resposta deve conter 
as declarações obrigatórias do SageMaker na tabela encontrada em Envie reivindicações 
obrigatórias e opcionais para o Ground Truth e o Amazon A2I. Por exemplo, sagemaker-
groups, sagamaker-name.

{ 
    "sub":"122", 
    "exp":"10000", 
    "sagemaker-groups":["group1","group2"] 
    "sagemaker-name":"name", 
    "sagemaker-sub":"122", 
    "sagemaker-client_id":"123456"
}

Próximas etapas

Depois de criar uma força de trabalho privada usando seu IdP e verificar sua resposta de 
autenticação de IdP, você pode criar equipes de trabalho usando seus grupos de IdP. Para saber 
mais, consulte Gerenciar uma força de trabalho privada (OIDC IdP).
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É possível restringir o acesso do trabalhador às tarefas a endereços IP específicos usando a API 
do SageMaker. Para saber mais, consulte Gerencie a força de trabalho privada usando a API do 
Amazon SageMaker.

Gerenciar uma força de trabalho privada (OIDC IdP)

Depois de criar uma força de trabalho privada usando seu provedor de identidade (IdP) do OpenID 
Connect (OIDC), você pode gerenciar seus operadores usando seu IdP. Por exemplo, você pode 
adicionar, remover e agrupar trabalhadores diretamente por meio do seu IdP.

Para adicionar trabalhadores a um trabalho de rotulagem do Amazon SageMaker Ground Truth 
(Ground Truth) ou a uma tarefa de análise humana do Amazon Augmented AI (Amazon A2I), você 
cria equipes de trabalho usando de 1 a 10 grupos de IdP e atribui essa equipe de trabalho ao ou 
tarefa. Você atribui uma equipe de trabalho a um trabalho ou tarefa especificando essa equipe 
de trabalho ao criar um trabalho de rotulagem (Ground Truth) ou um fluxo de trabalho de revisão 
humana (Amazon A2I).

Você só pode atribuir uma equipe para cada trabalho de rotulagem ou fluxo de trabalho de análise 
humana. Você pode usar a mesma equipe para criar vários trabalhos de rotulagem ou tarefas de 
revisão humana. Você também pode criar várias equipes de trabalho para trabalhar em diferentes 
trabalhos de rotulagem ou tarefas de revisão humana.

Pré-requisitos

Para criar e gerenciar equipes de trabalho privadas usando seus grupos de IdP do OIDC, 
primeiro você deve criar uma força de trabalho usando a operação CreateWorkforce da API do 
SageMaker. Para saber mais, consulte Criar uma força de trabalho privada (OIDC IdP).

Adicione equipes de trabalho

Você pode usar o console do SageMaker para criar uma equipe de trabalho privada usando suas 
forças de trabalho do OIDC IdP na página Labeling workforces em Ground Truth. Se você estiver 
criando um trabalho de rotulagem do Ground Truth, você também pode criar uma equipe de trabalho 
privada ao criar um trabalho de rotulagem.

Note

Você cria e gerencia equipes de trabalho para o Amazon A2I na área Ground Truth do 
console do SageMaker.
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Você também pode usar a API do SageMaker e os SDKs associados e específicos do idioma para 
criar uma equipe de trabalho privada.

Use os procedimentos a seguir para aprender a criar uma equipe de trabalho privada usando o 
console e a API do SageMaker.

Para criar uma equipe de trabalho privada na página Labeling workforces (console)

1. Acesse a área Ground Truth do console do SageMaker: https://console.aws.amazon.com/ 
sagemaker/groundtruth.

2. Selecione Forças de trabalho de rotulagem.

3. Selecione Privado.

4. Na seção Equipes privadas, selecione Criar equipe privada.

5. Na seção Detalhes da equipe, insira o nome da equipe.

6. Na seção Adicionar trabalhadores, insira o nome de um único grupo de usuários. Todos os 
trabalhadores associados a esse grupo em seu IdP são adicionados a essa equipe de trabalho.

7. Para adicionar mais de um grupo de usuários, selecione Adicionar novo grupo de usuários e 
insira os nomes dos grupos de usuários que você deseja adicionar a essa equipe de trabalho. 
Insira um grupo de usuários por linha.

8. (Opcional) Para trabalhos de rotulagem do Ground Truth, se você fornecer um e-mail para os 
operadores em seu JWT, o Ground Truth notificará os trabalhadores quando uma nova tarefa de 
rotulagem estiver disponível se você selecionar um tópico SNS.

9. Selecione Criar equipe privada.

Como criar uma equipe de trabalho privada ao criar um trabalho de rotulagem Ground Truth 
(console)

1. Acesse a área Ground Truth do console do SageMaker: https://console.aws.amazon.com/ 
sagemaker/groundtruth.

2. Selecione Trabalhos de rotulagem.

3. Use as instruções em Criar um trabalho de rotulagem (console) para criar um trabalho de 
rotulagem. Pare quando chegar à seção Operadores na segunda página.

4. Selecione Privado para seu tipo de operador.

5. Insira um Nome de equie.
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6. Na seção Adicionar trabalhadores, insira o nome de um único grupo de usuários em Grupos de 
usuários. Todos os trabalhadores associados a esse grupo em seu IdP são adicionados a essa 
equipe de trabalho.

Important

Os nomes dos grupos que você especificar para grupos de usuários devem 
corresponder aos nomes dos grupos especificados no seu IdP do OIDC.

7. Para adicionar mais de um grupo de usuários, selecione Adicionar novo grupo de usuários e 
insira os nomes dos grupos de usuários que você deseja adicionar a essa equipe de trabalho. 
Insira um grupo de usuários por linha.

8. Conclua todas as etapas restantes para criar seu trabalho de rotulagem.

A equipe privada que você cria é usada para esse trabalho de rotulagem e está listada na seção
Forças de trabalhode rotulagem do console do SageMaker.

Como criar uma equipe de trabalho privada usando a API do SageMaker

Como criar uma equipe de trabalho privada usando a API operação de API CreateWorkteam do 
SageMaker.

Ao usar essa operação, liste todos os grupos de usuários que você deseja incluir na equipe de 
trabalho no OidcMemberDefinition parâmetro Groups.

Important

Os nomes dos grupos que você especificar para Groups devem corresponder aos nomes 
dos grupos especificados no seu IdP do OIDC.

Por exemplo, se os nomes dos seus grupos de usuários forem group1, group2 e group3 no seu 
IdP do OIDC, configure OidcMemberDefinition da seguinte forma:

 "OidcMemberDefinition": {  
    "Groups": ["group1", "group2", "group3"] 
  }

Além disso, você deve dar um nome à equipe de trabalho usando o parâmetro WorkteamName.
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Adicionar ou remover grupos de IdP das equipes de trabalho

Depois de criar uma equipe de trabalho, você pode usar a API SageMaker para gerenciar essa 
equipe de trabalho. Use a operação UpdateWorkteam para atualizar os grupos de usuários do IdP 
incluídos nessa equipe de trabalho.

• Use o parâmetro WorkteamName para identificar a equipe de trabalho que você deseja atualizar.

• Ao usar essa operação, liste todos os grupos de usuários que você deseja incluir na equipe de 
trabalho no parâmetroOidcMemberDefinition Groups. Se um grupo de usuários estiver 
associado a uma equipe de trabalho e você não o incluir nessa lista, esse grupo de usuários não 
estará mais associado a essa equipe de trabalho.

Excluir uma equipe de trabalho

Você pode excluir uma equipe de trabalho usando o console do SageMaker e a API do SageMaker.

Para excluir uma equipe de trabalho privada no console do SageMaker

1. Acesse a área Ground Truth do console do SageMaker: https://console.aws.amazon.com/
sagemaker/groundtruth.

2. Selecione Forças de trabalho de rotulagem.

3. Selecione Privado.

4. Na seção Equipes privadas, selecione a equipe à qual você deseja excluir.

5. Selecione Excluir.

Para excluir uma equipe de trabalho privada (API)

Você pode excluir uma equipe de trabalho privada usando a operação DeleteWorkteam.

Gerencie trabalhadores individuais

Quando você cria uma força de trabalho usando seu próprio OIDC IdP, você não pode usar o Ground 
Truth ou o Amazon A2I para gerenciar trabalhadores individuais.

• Para adicionar um trabalhador a uma equipe de trabalho, adicione-o a um grupo associado a essa 
equipe de trabalho.

• Para remover um trabalhador de uma equipe de trabalho, remova-o de todos os grupos de 
usuários associados a essa equipe de trabalho.
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Atualize, exclua e descreva sua força de trabalho

Você pode atualizar, excluir e descrever sua força de trabalho do OIDC IdP usando a API do 
SageMaker. A seguir, uma lista de operações de API que podem ser usadas para gerenciar sua 
força de trabalho. Para obter detalhes adicionais, incluindo como você pode localizar o nome da 
sua força de trabalho, consulte Gerencie a força de trabalho privada usando a API do Amazon 
SageMaker.

• UpdateWorkforce – Talvez você queira atualizar uma força de trabalho criada usando seu 
próprio IdP do OIDC para especificar um endpoint de autorização, endpoint do token ou emissor 
diferente. Você pode atualizar qualquer parâmetro encontrado no OidcConfig usando essa 
operação.

Você só pode atualizar sua configuração de IdP do OIDC quando não houver equipes de trabalho 
associadas à sua força de trabalho. Para saber como excluir equipes de trabalho, consulte Excluir 
uma equipe de trabalho.

• DeleteWorkforce – Use essa operação para excluir sua força de trabalho privada. Se você tiver 
alguma equipe de trabalho associada à sua força de trabalho, exclua essas equipes de trabalho 
antes de excluir sua força de trabalho. Para obter mais informações, consulte Excluir uma equipe 
de trabalho.

• DescribeWorkforce – Use essa operação para listar informações da força de trabalho privada, 
incluindo nome da força de trabalho, nome de recurso da Amazon (ARN) e, se aplicável, intervalos 
de endereços IP permitidos (CIDRs).

Gerencie a força de trabalho privada usando a API do Amazon SageMaker

Você pode usar as operações da API do Amazon SageMaker para gerenciar, atualizar e excluir sua 
força de trabalho privada. Para cada operação de API vinculada a esta página, você pode encontrar 
uma lista de SDKs específicos de linguagem compatíveis e sua documentação na seção Consulte 
também da documentação de API.

Encontre o nome da sua força de trabalho

Algumas das operações de API relacionadas à força de trabalho do SageMaker exigem o nome 
da sua força de trabalho como entrada. Você pode ver os nomes da força de trabalho privada e do 
fornecedor do Amazon Cognito ou do IdP do OIDC em uma região AWS usando a operação de API
ListWorkforces nessa região AWS.
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Se você criou sua força de trabalho usando seu próprio IdP do OIDC, você pode encontrar o nome 
da sua força de trabalho na área Ground Truth do console do SageMaker.

Para encontrar o nome da sua força de trabalho no console do SageMaker

1. Acesse a área Ground Truth do console do SageMaker: https://console.aws.amazon.com/ 
sagemaker/groundtruth.

2. Selecione Rotulagem de forças de trabalho.

3. Selecione Privado.

4. Na seção Resumo da força de trabalho privada, localize o ARN da sua força de trabalho. O 
nome da sua força de trabalho está localizado no final desse ARN. Por exemplo, se o ARN for
arn:aws:sagemaker:us-east-2:111122223333:workforce/example-workforce, o 
nome da força de trabalho será example-workforce.

Restrinja o acesso do operador às tarefas aos endereços IP permitidos

Por padrão, uma força de trabalho não está restrita a endereços IP específicos. Você pode usar 
a UpdateWorkforceoperação para exigir que os operadores usem um intervalo específico 
de endereços IP (CIDRs) para acessar as tarefas. Se você especificar um ou mais CIDRs, os 
operadores que tentarem acessar tarefas usando qualquer endereço IP fora dos intervalos 
especificados terão acesso negado e receberão uma mensagem de erro HTTP 204 No Content no 
portal do operador. É possível especificar até 10 valores CIDR usando UpdateWorkforce.

Depois de restringir sua força de trabalho a um ou mais CIDRs, a saída UpdateWorkforce lista 
todos os CIDRs permitidos. Você também pode usar a operação DescribeWorkforce para 
visualizar todos os CIDRs permitidos para uma força de trabalho.

Atualizar a configuração da força de trabalho do provedor de identidade OIDC

Talvez você queira atualizar uma força de trabalho criada usando seu próprio IdP do OIDC para 
especificar um endpoint de autorização, endpoint de token ou emissor diferente. Você pode atualizar 
qualquer parâmetro encontrado no uso OidcConfig da operação UpdateWorkforce.

Important

Você só pode atualizar sua configuração de IdP do OIDC quando não houver equipes de 
trabalho associadas à sua força de trabalho. Você pode excluir uma equipe de trabalho 
privada usando a operação DeleteWorkteam.
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Excluir uma força de trabalho privada

Só é possível ter uma força de trabalho privada em cada região da AWS. Talvez você queira excluir 
sua força de trabalho privada em uma região da AWS quando:

• Você quer criar uma força de trabalho usando um novo grupo de usuários do Amazon Cognito.

• Você já criou uma força de trabalho privada usando o Amazon Cognito e quer criar uma força de 
trabalho usando seu próprio provedor de identidade (IdP) do OpenID Connect (OIDC).

Para excluir uma força de trabalho privada, use a operação da API da DeleteWorkforce. Se você 
tiver alguma equipe de trabalho associada à sua força de trabalho, exclua essas equipes de trabalho 
antes de excluir sua força de trabalho. Você pode excluir uma equipe de trabalho privada usando a 
operação DeleteWorkteam.

Acompanhar o desempenho do operador

O Amazon SageMaker Ground Truth faz o log de eventos do operador no Amazon CloudWatch, da 
mesma forma que um operador inicia ou envia uma tarefa. Use métricas do Amazon CloudWatch 
para medir e rastrear a taxa de transferência em uma equipe ou para operadores individuais.

Important

O rastreamento de eventos do operador não está disponível para fluxos de trabalho de 
revisão humana do Amazon Augmented AI.

Ativar rastreamento

Durante o processo de configuração para uma nova equipe de trabalho, as permissões de Amazon 
CloudWatch para registro de eventos do de operador são criadas. Como esse atributo foi adicionado 
em agosto de 2019, as equipes de trabalho criadas antes disso podem não ter as permissões 
corretas. Se todas as suas equipes de trabalho foram criadas antes de agosto de 2019, crie 
uma nova equipe de trabalho. Ela não precisa de nenhum membro e pode ser excluída após a 
criação, mas ao criá-la, você estabelece as permissões e as aplica a todas as equipes de trabalho, 
independentemente de quando elas foram criadas.
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Examinar logs

Depois que o rastreamento for ativado, a atividade dos operadores será registrada em log. Abra o 
console do Amazon CloudWatch e selecione Logs no painel de navegação. Você deve ver um grupo 
de logs chamado /aws/sagemaker/groundtruth/WorkerActivity.

Cada tarefa concluída é representada por uma entrada de log, que contém informações sobre o 
operador, sua equipe, o trabalho, quando a tarefa foi aceita e quando ela foi enviada.

Example Entrada de log

{ 
  "worker_id": "cd449a289e129409", 
  "cognito_user_pool_id": "us-east-2_IpicJXXXX", 
  "cognito_sub_id": "d6947aeb-0650-447a-ab5d-894db61017fd", 
  "task_accepted_time": "Wed Aug 14 16:00:59 UTC 2019", 
  "task_submitted_time": "Wed Aug 14 16:01:04 UTC 2019", 
  "task_returned_time": "", 
  "task_declined_time": "", 
  "workteam_arn": "arn:aws:sagemaker:us-east-2:############:workteam/private-crowd/
Sample-labeling-team", 
  "labeling_job_arn": "arn:aws:sagemaker:us-east-2:############:labeling-job/metrics-
demo", 
  "work_requester_account_id": "############", 
  "job_reference_code": "############", 
  "job_type": "Private", 
  "event_type": "TasksSubmitted", 
  "event_timestamp": "1565798464"
}

Um ponto de dados útil em cada evento é o cognito_sub_id. Você pode fazer a correspondência 
com um operador individual.

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Na seção Ground Truth, selecione Workforces (Forças de trabalho).

3. Selecione Private (Privado).

4. Escolha o nome de uma equipe na seção Private teams (Equipes privadas).

5. Na seção Team summary (Resumo da equipe), selecione o grupo de usuários identificado em
Amazon Cognito user group (Grupo de usuários do Amazon Cognito). Isso o levará ao grupo no 
console do Amazon Cognito.
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6. A página Group (Grupo) lista os usuários no grupo. Escolha o link de qualquer usuário na coluna
Username (Nome de usuário) para ver mais informações sobre o usuário, incluindo um sub ID 
(ID secundário) exclusivo.

Para obter informações sobre todos os membros da equipe, use a ação ListUsers (exemplos) na API 
do Amazon Cognito.

Usar métricas de log

Se você não quiser escrever seus próprios scripts para processar e visualizar as informações brutas 
do log, as métricas do Amazon CloudWatch fornecerão insights sobre a atividade do operador para 
você.

Para visualizar métricas da

1. Abra o console do CloudWatch em https://console.aws.amazon.com/cloudwatch/.

2. No painel de navegação, selecione Metrics (Métricas).

3. Selecione o namespace AWS/SageMaker/Workteam e explore as métricas disponíveis. Por 
exemplo, selecionar as métricas Workflow e Workteam permite calcular o tempo médio por 
tarefa enviada para um trabalho de rotulagem específico.

Para obter mais informações, consulte Usar métricas do Amazon CloudWatch.

Criar e gerenciar tópicos do Amazon SNS para suas equipes de trabalho

Use os procedimentos deste tópico quando desejar:

• Criar um tópico que você queira que uma equipe de trabalho existente faça uma assinatura.

• Criar um tópico antes de criar uma equipe de trabalho.

• Criar ou modificar a equipe de trabalho com uma chamada de API e especificar um nome de 
recurso da Amazon (ARN) para o tópico.

Se você criar uma equipe de trabalho usando o console, o console fornecerá uma opção para criar 
um novo tópico para a equipe, de modo que não precise executar essas etapas.
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Important

O atributo Amazon SNS não é compatível com o Amazon A2I. Se você inscrever sua equipe 
de trabalho em um tópico do Amazon SNS, os operadores só receberão notificações sobre 
trabalhos de rotulagem do Ground Truth. Os operadores não receberão notificações sobre 
novas tarefas de revisão humana do Amazon A2I.

Criar o tópico do Amazon SNS

As etapas para criar tópicos do para notificações da equipe de trabalho são semelhantes às etapas 
em Conceitos básicos no Guia do desenvolvedor do Amazon SNS Developer, com uma adição 
significativa: você deve adicionar uma política de acesso para que o Amazon SageMaker possa 
publicar mensagens no tópico em seu nome.

Para adicionar a política ao criar o tópico

1. Abra o console do Amazon SNS em https://console.aws.amazon.com/sns/v3/home.

2. Em Criar tópico, insira o nome do tópico e escolha Próximas etapas.

3. Em Política de acesso, selecione Avançado.

4. No Editor JSON, localize a propriedade Resource, que exibe o ARN do tópico.

5. Copie o valor de ARN de Resource.

6. Antes do colchete de fechamento final (]), adicione a política a seguir.

    , { 
        "Sid": "AwsSagemaker_SnsAccessPolicy", 
        "Effect": "Allow", 
        "Principal": { 
            "Service": "sagemaker.amazonaws.com" 
        }, 
        "Action": "sns:Publish", 
        "Resource": "arn:partition:sns:region:111122223333:MyTopic", # ARN of the 
 topic you copied in the previous step 
        "Condition": { 
            "ArnLike": { 
                "aws:SourceArn": 
 "arn:partition:sagemaker:region:111122223333:workteam/*" # Workteam ARN 
            }, 
            "StringEquals": { 
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                "aws:SourceAccount": "111122223333" # SNS topic account 
            } 
        } 
    }

7. Criar o tópico do .

Depois que você criar o tópico, ele será exibido na tela de resumo Tópicos. Para obter mais 
informações sobre como criar tópicos, consulte Criar um tópico no Guia do desenvolvedor do 
Amazon SNS.

Gerenciar inscrições do operador

Se você inscrever uma equipe de trabalho em um tópico depois de já ter criado a equipe de trabalho, 
os membros individuais da equipe que tiverem sido adicionados à equipe quando ela foi criada não 
serão inscritos automaticamente no tópico. Para obter informações sobre como fazer a assinatura 
com os endereços de e-mail dos operadores no tópico, consulte Assinando um endpoint para um 
tópico do Amazon SNS no Guia do desenvolvedor do Amazon SNS.

A única situação em que os operadores são automaticamente inscritos no seu tópico é quando você 
cria ou importa um grupo de usuários do Amazon Cognito no momento em que cria uma equipe de 
trabalho e configura a assinatura de tópico ao criar essa equipe. Para obter mais informações sobre 
como criar e gerenciar suas equipes de trabalho com o Amazon Cognito, consulte Criar Equipes de 
Trabalho (Console do Amazon Cognito).

Referência do Crowd HTML Elements

Os elementos HTML para o público são componentes da web, um padrão da web que abstrai a 
marcação HTML, CSS e funcionalidade JavaScript em uma tag HTML ou um conjunto de tags. O 
Amazon SageMaker fornece aos clientes a capacidade de projetar seus próprios modelos de tarefas 
personalizadas em HTML.

Como ponto de partida, é possível usar um modelo criado usando o Crowd HTML Elements de um 
dos seguintes repositórios do GitHub:

• Exemplo de interfaces de usuário de tarefas para o Amazon SageMaker Ground Truth

• Mais de 60 exemplos de interfaces de usuário de tarefas para IA aumentada da Amazon (A2I)
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Esses repositórios incluem modelos projetados para áudio, imagem, texto, vídeo e outros tipos de 
tarefas de rotulagem e anotação de dados.

Para obter mais informações sobre como implementar modelos personalizados no Amazon 
SageMaker Ground Truth, consulte Criar fluxos de trabalho de rotulagem personalizados. Para 
saber mais sobre modelos personalizados na Amazon Augmented AI, consulte Criar modelos 
personalizados de tarefas para operadores.

Elementos HTML do SageMaker Crowd

Veja a seguir uma lista de Crowd HTML Elements que facilitam a criação de um modelo 
personalizado e fornecem uma interface de usuário familiar para os operadores. Esses elementos 
são suportados em Ground Truth, Augmented AI e Mechanical Turk.

Tópicos

• crowd-alert

• crowd-badge

• crowd-button

• crowd-bounding-box

• crowd-card

• crowd-checkbox

• crowd-classifier

• crowd-classifier-multi-select

• crowd-entity-annotation

• crowd-fab

• crowd-form

• crowd-icon-button

• crowd-image-classifier

• crowd-image-classifier-multi-select

• crowd-input

• crowd-instance-segmentation

• crowd-instructions

• crowd-keypoint

• crowd-line
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• crowd-modal

• crowd-polygon

• polilinha de crowd

• crowd-radio-button

• crowd-radio-group

• crowd-semantic-segmentation

• crowd-slider

• crowd-tab

• crowd-tabs

• crowd-text-area

• crowd-toast

• crowd-toggle-button

crowd-alert

Uma mensagem que alerta o trabalhador para uma situação atual.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-alert>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <div id="errorBox"></div> 
    
  <crowd-keypoint 
    src="{{ task.input.taskObject | grant_read_access }}" 
    labels="['Item A', 'Item B', 'Item C']"         
    header="Please locate the centers of each item." 
    name="annotatedResult"> 
    <short-instructions> 
      Describe your task briefly here and give examples 
    </short-instructions> 
    <full-instructions> 
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      Give additional instructions and good/bad examples here 
    </full-instructions>    
  </crowd-keypoint>
</crowd-form>

<script> 
  var num_obj = 1; 

  document.querySelector('crowd-form').onsubmit = function(e) { 
    const keypoints = document.querySelector('crowd-keypoint').value.keypoints || 
 document.querySelector('crowd-keypoint')._submittableValue.keypoints; 
    const labels = keypoints.map(function(p) { 
      return p.label; 
    }); 

    // 1. Make sure total number of keypoints is correct. 
    var original_num_labels = document.getElementsByTagName("crowd-keypoint")
[0].getAttribute("labels"); 

    original_num_labels = original_num_labels.substring(2, original_num_labels.length - 
 2).split("\",\""); 
    var goalNumKeypoints = num_obj*original_num_labels.length; 
    if (keypoints.length != goalNumKeypoints) { 
      e.preventDefault(); 
      errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must add all 
 keypoint annotations and use each label only once.</crowd-alert>'; 
      errorBox.scrollIntoView(); 
      return; 
    } 

    // 2. Make sure all labels are unique. 
    labelCounts = {}; 
    for (var i = 0; i < labels.length; i++) { 
      if (!labelCounts[labels[i]]) { 
        labelCounts[labels[i]] = 0; 
      } 
      labelCounts[labels[i]]++; 
    } 
    const goalNumSingleLabel = num_obj; 

    const numLabels = Object.keys(labelCounts).length; 

    Object.entries(labelCounts).forEach(entry => { 
      if (entry[1] != goalNumSingleLabel) { 
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        e.preventDefault(); 
        errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must use each 
 label only once.</crowd-alert>'; 
        errorBox.scrollIntoView(); 
      } 
    }) 
  };
</script>

Atributos

Os seguintes atributos têm suporte por esse elemento.

dismissible

Uma operação booliana que, se presente, permite que a mensagem seja fechada pelo trabalhador.

tipo

Uma string que especifica o tipo de mensagem a ser exibida. Os valores possíveis são "info" (o 
padrão), "success", "error" e "warning".

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-badge

Um ícone que flutua no canto superior direito de outro elemento ao qual está anexado.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.
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Veja a seguir um exemplo de um modelo que usa o elemento <crowd-badge>. Copie o código a 
seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer navegador para 
visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-image-classifier 
    name="crowd-image-classifier" 
    src="https://unsplash.com/photos/NLUkAA-nDdE" 
    header="Choose the correct category for this image." 
    categories="['Person', 'Umbrella', 'Chair', 'Dolphin']" 
  > 
    <full-instructions header="Classification Instructions"> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
    </full-instructions> 
    
    <short-instructions id="short-instructions"> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
      <crowd-badge icon="star" for="short-instructions"/> 
    </short-instructions> 
  </crowd-image-classifier>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

for

Uma string que especifica o ID do elemento ao qual o emblema está anexado.

icon

Uma string que especifica o ícone a ser exibido no emblema. A string deve ser o nome de um ícone 
do código aberto iron-icons definido, que é pré-carregado, ou o URL para um ícone personalizado.

Este atributo substitui o atributo label.
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Veja a seguir um exemplo da sintaxe que pode ser usada para adicionar um ícone de ferro a um 
elemento HTML <crowd-badge>. Substitua icon-name pelo nome do ícone a ser usado nesse
Conjunto de ícones.

<crowd-badge icon="icon-name" for="short-instructions"/>

label

O texto a ser exibido no selo. São recomendados três caracteres ou menos, pois um texto muito 
grande transbordará a área do selo. Um ícone pode ser exibido no lugar do texto, definindo o atributo
icon.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-button

Um botão estilizado que representa alguma ação.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo que usa o elemento <crowd-button>. Copie o código a 
seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer navegador para 
visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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<crowd-form> 
  <crowd-image-classifier 
    name="crowd-image-classifier" 
    src="https://unsplash.com/photos/NLUkAA-nDdE" 
    header="Please select the correct category for this image" 
    categories="['Person', 'Umbrella', 'Chair', 'Dolphin']" 
  > 
    <full-instructions header="Classification Instructions"> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
    </full-instructions> 
    <short-instructions> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
      <crowd-button> 
        <iron-icon icon="question-answer"/> 
      </crowd-button> 
    </short-instructions> 
  </crowd-image-classifier>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

disabled

Uma opção booliana que, se presente, exibe o botão como desabilitado e evita cliques.

form-action

Uma opção que envia seu elemento pai crowd-form, se definido como "submit", ou redefine seu 
elemento pai <crowd-form>, se definido como "reset".

href

O URL para um recurso online. Use essa propriedade se você precisar de um link estilizado como 
um botão.

icon

Uma string que especifica o ícone a ser exibido ao lado do texto do botão. A string deve ser o nome 
de um ícone do código aberto iron-icons definido, que é pré-carregado. Por exemplo, para inserir o 
iron-icon pesquisa, use o seguinte:
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<crowd-button> 
    <iron-icon icon="search"/>
</crowd-button>

O ícone é posicionado à esquerda ou à direita do texto, conforme especificado pelo atributo icon-
align.

Para usar um ícone personalizado, consulte icon-url.

icon-align

A posição esquerda ou direita do ícone em relação ao texto do botão. O padrão é "left".

icon-url

Um URL para uma imagem personalizada do ícone. Uma imagem personalizada pode ser usada no 
lugar de um ícone padrão especificado pelo atributo icon.

carregar

Uma operação booliana que, se presente, exibe o botão como estando em um estado em 
carregamento. Esse atributo terá precedência sobre o atributo disabled se os dois atributos estiverem 
presentes.

target

Quando você usa o atributo href para fazer o botão atuar como um link para um URL específico, o 
atributo target direcionará opcionalmente um quadro ou uma janela onde o URL vinculado deve 
ser carregado.

variant

O estilo geral do botão. Use "primary" para botões primários, "normal" para botões secundários, "link" 
para botões terciários ou "icon" para exibir apenas o ícone sem texto.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum
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Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-bounding-box

Um widget para desenhar retângulos em uma imagem e atribuir um rótulo à parte da imagem contida 
em cada retângulo.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-bounding-
box>. Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo. Para obter mais exemplos, consulte 
este repositório do GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-bounding-box 
    name="annotatedResult" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Draw bounding boxes around all the cats and dogs in this image" 
    labels="['Cat', 'Dog']" 
  > 
    <full-instructions header="Bounding Box Instructions" > 
      <p>Use the bounding box tool to draw boxes around the requested target of 
 interest:</p> 
      <ol> 
        <li>Draw a rectangle using your mouse over each instance of the target.</li> 
        <li>Make sure the box does not cut into the target, leave a 2 - 3 pixel 
 margin</li> 
        <li> 
          When targets are overlapping, draw a box around each object, 
          include all contiguous parts of the target in the box. 
          Do not include parts that are completely overlapped by another object. 
        </li> 
        <li> 
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          Do not include parts of the target that cannot be seen, 
          even though you think you can interpolate the whole shape of the target. 
        </li> 
        <li>Avoid shadows, they're not considered as a part of the target.</li> 
        <li>If the target goes off the screen, label up to the edge of the image.</li> 
      </ol> 
    </full-instructions> 

    <short-instructions> 
      Draw boxes around the requested target of interest. 
    </short-instructions> 
  </crowd-bounding-box>
</crowd-form>   

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução simples 
para o trabalhador.

initial-value

Uma matriz de objetos JSON, cada um dos quais define uma caixa delimitadora quando o 
componente é carregado. Cada objeto JSON na matriz contém as seguintes propriedades. As 
caixas delimitadoras definidas por meio da propriedade initial-value podem ser ajustadas 
e se uma resposta do operador foi ou não ajustada será rastreada por meio de um booliano
initialValueModified na saída da resposta do operador.

• height: a altura da caixa em pixels.

• rótulo: o texto atribuído à caixa como parte da tarefa de rotulagem. Esse texto deve corresponder a 
um dos rótulos definidos no atributo labels do elemento <crowd-bounding-box>.

• left: distância do canto superior esquerdo da caixa do lado esquerdo da imagem, medida em 
pixels.

• topo: distância do canto superior esquerdo da caixa a partir do topo da imagem, medida em pixels.

• largura: a largura da caixa em pixels.

É possível extrair o valor inicial da caixa delimitadora de um arquivo manifesto de uma tarefa 
anterior em um modelo personalizado usando a linguagem de modelagem Liquid:
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initial-value="[ 
  {% for box in task.input.manifestLine.label-attribute-name-from-prior-
job.annotations %} 
    {% capture class_id %}{{ box.class_id }}{% endcapture %} 
    {% assign label = task.input.manifestLine.label-attribute-name-from-prior-job-
metadata.class-map[class_id] %} 
    { 
      label: {{label | to_json}}, 
      left: {{box.left}}, 
      top: {{box.top}}, 
      width: {{box.width}}, 
      height: {{box.height}}, 
    }, 
  {% endfor %} 
 ]"

rótulos

Uma matriz de strings formatadas em JSON, cada uma das quais é um rótulo que um trabalhador 
pode atribuir à parte da imagem delimitada por um retângulo. Limite: 10 rótulos.

name

O nome deste widget. É usada como uma chave para a entrada do widget na saída do formulário.

src

O URL da imagem na qual desenhar caixas delimitadoras.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: full-instructions, short-instructions

Regiões

As seguintes regiões são exigidas por esse elemento.
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full-instructions

Instruções gerais sobre como desenhar caixas delimitadoras.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Resultado

A seguinte saída tem suporte por este elemento.

boundingBoxes

Uma matriz de objetos JSON, cada qual especificando uma caixa delimitadora que foi criada pelo 
trabalhador. Cada objeto JSON na matriz contém as seguintes propriedades.

• height: a altura da caixa em pixels.

• rótulo: o texto atribuído à caixa como parte da tarefa de rotulagem. Esse texto deve corresponder a 
um dos rótulos definidos no atributo labels do elemento <crowd-bounding-box>.

• left: distância do canto superior esquerdo da caixa do lado esquerdo da imagem, medida em 
pixels.

• topo: distância do canto superior esquerdo da caixa a partir do topo da imagem, medida em pixels.

• largura: a largura da caixa em pixels.

inputImageProperties

Um objeto JSON que especifica as dimensões da imagem que está sendo anotada pelo trabalhador. 
Esse objeto contém as seguintes propriedades.

• altura: a altura, em pixels, da imagem.

• largura: a largura, em pixels, da imagem.

Example : Saídas do elemento de amostra

Veja a seguir exemplos de saídas de cenários de uso comum para esse elemento.

Rótulo único, caixa única/Rótulo múltiplo, caixa única
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[ 
  { 
    "annotatedResult": { 
      "boundingBoxes": [ 
        { 
          "height": 401, 
          "label": "Dog", 
          "left": 243, 
          "top": 117, 
          "width": 187 
        } 
      ], 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      } 
    } 
  }
]

Rótulo único, caixa múltipla

[ 
  { 
    "annotatedResult": { 
      "boundingBoxes": [ 
        { 
          "height": 401, 
          "label": "Dog", 
          "left": 243, 
          "top": 117, 
          "width": 187 
        }, 
        { 
          "height": 283, 
          "label": "Dog", 
          "left": 684, 
          "top": 120, 
          "width": 116 
        } 
      ], 
      "inputImageProperties": { 
        "height": 533, 
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        "width": 800 
      } 
    } 
  }
]

Rótulo múltiplo, caixa múltipla

[ 
  { 
    "annotatedResult": { 
      "boundingBoxes": [ 
        { 
          "height": 395, 
          "label": "Dog", 
          "left": 241, 
          "top": 125, 
          "width": 158 
        }, 
        { 
          "height": 298, 
          "label": "Cat", 
          "left": 699, 
          "top": 116, 
          "width": 101 
        } 
      ], 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      } 
    } 
  }
]

Você pode ter muitos rótulos disponíveis, mas apenas os que são usados aparecem na saída.

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements
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crowd-card

Uma caixa com uma aparência elevada para exibir informações.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo projetado para tarefas de análise de sentimento que usa o 
elemento <crowd-card>. Copie o código a seguir e salve-o em um arquivo com a extensão .html. 
Abra o arquivo em qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<style> 
  h3 { 
    margin-top: 0; 
  } 
   
  crowd-card { 
    width: 100%; 
  } 
   
  .card { 
    margin: 10px; 
  } 
   
  .left { 
    width: 70%; 
    margin-right: 10px; 
    display: inline-block; 
    height: 200px; 
  } 
   
  .right { 
    width: 20%; 
    height: 200px; 
    display: inline-block; 
  }
</style>

<crowd-form> 
  <short-instructions> 
    Your short instructions here. 
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  </short-instructions> 
   
  <full-instructions> 
    Your full instructions here. 
  </full-instructions> 
   
  <div class="left"> 
    <h3>What sentiment does this text convey?</h3> 
    <crowd-card> 
      <div class="card"> 
        Nothing is great. 
      </div> 
    </crowd-card> 
  </div> 
   
  <div class="right"> 
    <h3>Select an option</h3> 
     
    <select name="sentiment1" style="font-size: large" required> 
      <option value="">(Please select)</option> 
      <option>Negative</option> 
      <option>Neutral</option> 
      <option>Positive</option> 
      <option>Text is empty</option> 
    </select> 
  </div> 
   
  <div class="left"> 
    <h3>What sentiment does this text convey?</h3> 
    <crowd-card> 
      <div class="card"> 
        Everything is great! 
      </div> 
    </crowd-card> 
  </div> 
   
  <div class="right"> 
    <h3>Select an option</h3> 
     
    <select name="sentiment2" style="font-size: large" required> 
      <option value="">(Please select)</option> 
      <option>Negative</option> 
      <option>Neutral</option> 
      <option>Positive</option> 
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      <option>Text is empty</option> 
    </select> 
  </div>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

heading

O texto exibido na parte superior da caixa.

image

Um URL para uma imagem a ser exibida dentro da caixa.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-checkbox

Um componente da interface do usuário que pode ser marcado ou desmarcado, permitindo que um 
usuário selecione várias opções de um conjunto.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-checkbox>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo.
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<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
   
  <p>Find the official website for: <strong>{{ task.input.company }}</strong></p> 
  <p>Do not give Yelp pages, LinkedIn pages, etc.</p> 
  <p>Include the http:// prefix from the website</p> 
  <crowd-input name="website" placeholder="http://example.com"></crowd-input> 

  <crowd-checkbox name="website-found">Website Found</crowd-checkbox>

</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

checked

Uma opção booliana que, se presente, exibe a caixa de seleção marcada.

Veja a seguir um exemplo da sintaxe usada para marcar uma caixa de seleção por padrão.

  <crowd-checkbox name="checkedBox" value="checked" checked>This box is checked</crowd-
checkbox>

disabled

Uma opção booliana que, se presente, exibe a caixa de seleção como desabilitada e impede sua 
marcação.

Veja a seguir um exemplo da sintaxe usada para desabilitar uma caixa de seleção.

  <crowd-checkbox name="disabledCheckBox" value="Disabled" disabled>Cannot be 
 selected</crowd-checkbox>

name

Uma string usada para identificar a resposta enviada pelo trabalhador. Esse valor corresponderá a 
uma chave no objeto JSON que especifica a resposta.
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obrigatório

Uma operação booliana que, se presente, exige que o trabalhador forneça uma entrada.

Veja a seguir um exemplo da sintaxe usada para exigir que uma caixa de seleção seja marcada.

  <crowd-checkbox name="work_verified" required>Instructions were clear</crowd-
checkbox>

value

Uma string usada como o nome do estado da caixa de seleção na saída. O padrão é "on" se não for 
especificado.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Resultado

Fornece um objeto JSON. A string name é o nome do objeto e a string value é o nome da 
propriedade para um valor booliano com base no estado da caixa de seleção; true se marcado, false 
se não marcado.

Example : Saídas do elemento de amostra

Usar o mesmo valor name para várias caixas.

<!-- INPUT -->   
<div><crowd-checkbox name="image_attributes" value="blurry"> Blurry </crowd-checkbox></
div>
<div><crowd-checkbox name="image_attributes" value="dim"> Too Dim </crowd-checkbox></
div>
<div><crowd-checkbox name="image_attributes" value="exposed"> Too Bright </crowd-
checkbox></div>

//Output with "blurry" and "dim" checked
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[ 
  { 
    "image_attributes": { 
      "blurry": true, 
      "dim": true, 
      "exposed": false 
    } 
  }
]

Observe que todos os três valores de cores são propriedades de um único objeto.

Usar diferentes valores name para cada caixa.

<!-- INPUT -->
<div><crowd-checkbox name="Stop" value="Red"> Red </crowd-checkbox></div>
<div><crowd-checkbox name="Slow" value="Yellow"> Yellow </crowd-checkbox></div>
<div><crowd-checkbox name="Go" value="Green"> Green </crowd-checkbox></div>

//Output with "Red" checked
[ 
  { 
    "Go": { 
      "Green": false 
    }, 
    "Slow": { 
      "Yellow": false 
    }, 
    "Stop": { 
      "Red": true 
    } 
  }
]

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements
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crowd-classifier

Um widget para classificar o conteúdo sem imagem, como áudio, vídeo ou texto.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo de tarefa de operador HTML criado usando o crowd-
classifier. Este exemplo usa a Linguagem de modelo Liquid para automatização:

• Categorias de rótulo no parâmetro categories

• Os objetos que estão sendo classificados no parâmetro classification-target.

Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
    <crowd-classifier 
      name="category" 
      categories="{{ task.input.labels | to_json | escape }}" 
      header="What type of a document is this?" 
    > 
      <classification-target> 
        <iframe style="width: 100%; height: 600px;" src="{{ task.input.taskObject  | 
 grant_read_access }}" type="application/pdf"></iframe> 
      </classification-target> 
       
      <full-instructions header="Document Classification Instructions"> 
        <p>Read the task carefully and inspect the document.</p> 
        <p>Choose the appropriate label that best suits the document.</p> 
      </full-instructions> 

      <short-instructions> 
        Please choose the correct category for the document 
      </short-instructions> 
    </crowd-classifier>
</crowd-form>
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Atributos

Os seguintes atributos têm suporte por esse elemento.

categories

Uma matriz de strings formatadas em JSON, cada uma das quais é uma categoria que um operador 
pode atribuir ao exto. Você deve incluir "other" como categoria. Caso contrário, o trabalhador não 
poderá fornecer uma resposta.

header

O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução simples 
para o trabalhador.

name

O nome deste widget. Ela é usada como uma chave para a entrada do widget na saída do formulário.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: classification-target, full-instructions, short-instructions

Regiões

As seguintes regiões têm suporte por esse elemento.

classification-target

O conteúdo a ser classificado pelo trabalhador. Isso pode ser texto simples ou HTML. Exemplos 
de como o HTML pode ser usado incluem mas não estão limitados à incorporação de um player de 
vídeo ou áudio, à incorporação de um PDF ou à realização de uma comparação de duas ou mais 
imagens.

full-instructions

Instruções gerais sobre como fazer a classificação do texto.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.
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Resultado

A saída desse elemento é um objeto usando o valor especificado name como um nome de 
propriedade e uma string de categories como o valor da propriedade.

Example : Saídas do elemento de amostra

Veja a seguir uma amostra da saída desse elemento.

[ 
  { 
    "<name>": { 
      "label": "<value>" 
    } 
  }
]

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-classifier-multi-select

Um widget para classificar várias formas de conteúdo: áudio, vídeo ou texto, em uma ou mais 
categorias. O conteúdo a ser classificado é referenciado como um objeto.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo de tarefa de operador HTML criado usando esse elemento. 
Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
    <crowd-classifier-multi-select 
      name="category" 
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      categories="['Positive', 'Negative', 'Neutral']" 
      header="Select the relevant categories" 
      exclusion-category="{ text: 'None of the above' }" 
    > 
      <classification-target> 
        {{ task.input.taskObject }} 
      </classification-target> 
       
      <full-instructions header="Text Categorization Instructions"> 
        <p><strong>Positive</strong> sentiment include: joy, excitement, delight</p> 
        <p><strong>Negative</strong> sentiment include: anger, sarcasm, anxiety</p> 
        <p><strong>Neutral</strong>: neither positive or negative, such as stating a 
 fact</p> 
        <p><strong>N/A</strong>: when the text cannot be understood</p> 
        <p>When the sentiment is mixed, such as both joy and sadness, choose both 
 labels.</p> 
      </full-instructions> 

      <short-instructions> 
       Choose all categories that are expressed by the text.  
      </short-instructions> 
    </crowd-classifier-multi-select>
</crowd-form>

Atributos

Os seguintes atributos têm suporte do elemento crowd-classifier-multi-select. Cada 
atributo aceita um valor ou valores de string.

categories

Obrigatório. Uma matriz de strings em formato JSON, cada uma das quais é uma categoria que um 
operador pode atribuir ao objeto.

header

Obrigatório. O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma 
instrução simples para os operadores.

name

Obrigatório. O nome deste widget. No formulário, ele é usado como uma chave para entrada do 
widget.
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exclusion-category

Opcional. Uma string em formato JSON com o seguinte formato: "{ text: 'default-
value' }". Esse atributo define um valor padrão que os operadores podem escolher se nenhum 
dos rótulos se aplica ao objeto mostrado na interface do usuário do operador.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: classification-target, full-instructions, short-instructions

Regiões

Esse elemento usa as seguintes regiões.

classification-target

O conteúdo a ser classificado pelo trabalhador. O conteúdo pode ser texto sem formatação ou um 
objeto especificado no modelo usando HTML. Por exemplo, você pode usar elementos HTML para 
incluir um player de vídeo ou de áudio, incorporar um arquivo PDF ou incluir uma comparação de 
duas ou mais imagens.

full-instructions

Instruções gerais sobre como classificar texto.

short-instructions

Instruções importantes específicas da tarefa. Essas instruções são exibidas de forma proeminente.

Resultado

A saída desse elemento é um objeto usando o valor name especificado como um nome de 
propriedade e uma string de categories como o valor da propriedade.

Example : Saídas do elemento de amostra

Veja a seguir uma amostra da saída desse elemento.

[ 
  { 
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    "<name>": { 
        labels: ["label_a", "label_b"] 
    } 
  }
]

Consulte também

Para obter mais informações, consulte as informações a seguir.

• Classificação de texto (com vários rótulos)

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-entity-annotation

Um widget para rotular palavras, frases ou strings de caracteres em um texto mais longo. Os 
operadores selecionam um rótulo e destacam o texto ao qual o rótulo se aplica.

Importante: widget independente

Não use o elemento <crowd-entity-annotation> com o elemento <crowd-form>. Ele 
contém sua própria lógica de envio de formulários e o botão Submit (Enviar).

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo que usa o elemento <crowd-entity-annotation>. 
Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-entity-annotation 
  name="crowd-entity-annotation" 
  header="Highlight parts of the text below" 
  labels="[{'label': 'person', 'shortDisplayName': 'per', 'fullDisplayName': 'Person'}, 
 {'label': 'date', 'shortDisplayName': 'dat', 'fullDisplayName': 'Date'}, {'label': 
 'company', 'shortDisplayName': 'com', 'fullDisplayName': 'Company'}]" 
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  text="Amazon SageMaker Ground Truth helps you build highly accurate training datasets 
 for machine learning quickly."
> 
  <full-instructions header="Named entity recognition instructions"> 
    <ol> 
      <li><strong>Read</strong> the text carefully.</li> 
      <li><strong>Highlight</strong> words, phrases, or sections of the text.</li> 
      <li><strong>Choose</strong> the label that best matches what you have 
 highlighted.</li> 
      <li>To <strong>change</strong> a label, choose highlighted text and select a new 
 label.</li> 
      <li>To <strong>remove</strong> a label from highlighted text, choose the X next 
 to the abbreviated label name on the highlighted text.</li> 
      <li>You can select all of a previously highlighted text, but not a portion of 
 it.</li> 
    </ol> 
  </full-instructions> 

  <short-instructions> 
    Apply labels to words or phrases. 
  </short-instructions> 

    <div id="additionalQuestions" style="margin-top: 20px"> 
      <h3> 
        What is the overall subject of this text? 
      </h3> 
      <crowd-radio-group> 
        <crowd-radio-button name="tech" value="tech">Technology</crowd-radio-button> 
        <crowd-radio-button name="politics" value="politics">Politics</crowd-radio-
button> 
      </crowd-radio-group> 
    </div>
</crowd-entity-annotation>

<script> 
  document.addEventListener('all-crowd-elements-ready', () => { 
    document 
      .querySelector('crowd-entity-annotation') 
      .shadowRoot 
      .querySelector('crowd-form') 
      .form 
      .appendChild(additionalQuestions); 
  });
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</script>

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução simples 
para o trabalhador.

initial-value

Uma matriz de objetos no formato JSON, cada um dos quais define uma anotação a ser aplicada ao 
texto na inicialização. Os objetos contêm um valor label que corresponde a um no atributo labels, 
um valor inteiro startOffset para o deslocamento unicode inicial do intervalo rotulado e um valor 
inteiro endOffset para o deslocamento unicode final.

Example

[ 
  { 
    label: 'person', 
    startOffset: 0, 
    endOffset: 16 
  }, 
  ...
]

rótulos

Uma matriz de objetos no formato JSON, cada um dos quais contendo:

• label (obrigatório): o nome usado para identificar entidades.

• fullDisplayName (opcional): usado para a lista de rótulos no widget de tarefas. Se não for 
especificado, será usado como padrão o valor do rótulo.

• shortDisplayName (opcional): uma abreviação de 3 a 4 letras para exibir as entidades 
selecionadas acima. Se não for especificado, será usado como padrão o valor do rótulo.
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shortDisplayName é altamente recomendado

Os valores exibidos acima das seleções podem se sobrepor e criar dificuldade para 
gerenciar entidades rotuladas no WorkSpace. É altamente recomendado fornecer um
shortDisplayName de 3 a 4 caracteres para cada rótulo a fim de evitar sobreposição e 
manter o WorkSpace gerenciável para os operadores.

Example

[ 
  { 
    label: 'person', 
    shortDisplayName: 'per',  
    fullDisplayName: 'person' 
  }
]

name

Serve como o nome do widget no DOM. Ele também é usado como o nome do atributo de rótulo na 
saída do formulário e o manifesto de saída.

text

O texto a ser anotado. O sistema de modelos escapa aspas e strings HTML por padrão. Se o código 
já tiver sido escapado ou parcialmente escapado, consulte Filtros de variáveis para obter mais 
maneiras de controlar o escape.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos filho: full-instructions, short-instructions

Regiões

As seguintes regiões têm suporte por esse elemento.
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full-instructions

Instruções gerais sobre como trabalhar com o widget.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Resultado

A seguinte saída tem suporte por este elemento.

entidades

Um objeto JSON que especifica o início, o fim e o rótulo de uma anotação. Esse objeto contém as 
seguintes propriedades.

• rótulo: o rótulo atribuído.

• startOffset: o deslocamento Unicode do início do texto selecionado.

• endOffset: o deslocamento Unicode do primeiro caractere após a seleção.

Example : Saídas do elemento de amostra

Veja a seguir uma amostra da saída desse elemento.

{ 
  "myAnnotatedResult": { 
    "entities": [ 
      { 
        "endOffset": 54, 
        "label": "person", 
        "startOffset": 47 
      }, 
      { 
        "endOffset": 97, 
        "label": "event", 
        "startOffset": 93 
      }, 
      { 
        "endOffset": 219, 
        "label": "date", 
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        "startOffset": 212 
      }, 
      { 
        "endOffset": 271, 
        "label": "location", 
        "startOffset": 260 
      } 
    ] 
  }
}

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-fab

Um botão flutuante com uma imagem no centro.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid projetado para classificação de imagens que usa 
o elemento <crowd-fab>. Esse modelo usa JavaScript para permitir que os trabalhadores relatem 
problemas com a interface do usuário do operador. Copie o código a seguir e salve-o em um arquivo 
com a extensão .html. Abra o arquivo em qualquer navegador para visualizar e interagir com este 
modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
    <crowd-image-classifier  
        src="${image_url}" 
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']" 
        header="Choose the correct category for the image" 
        name="category"> 

        <short-instructions> 
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            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.</p> 
            <p>If there is an issue with the image or tools, please select 
              <b>None of the Above</b>, describe the issue in the text box and click 
 the  
              button below.</p> 
            <crowd-input label="Report an Issue" name="template-issues"></crowd-input> 
            <crowd-fab id="button1" icon="report-problem" title="Issue"/> 
        </short-instructions> 
         
        <full-instructions header="Classification Instructions"> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.  
            Use the <b>None of the Above</b> option if none of the other labels suit 
 the image.</p> 
        </full-instructions> 

    </crowd-image-classifier>
</crowd-form>

<script> 
  [ 
    button1, 
  ].forEach(function(button) { 
    button.addEventListener('click', function() { 
      document.querySelector('crowd-form').submit(); 
    }); 
  });
</script>

Atributos

Os seguintes atributos têm suporte por esse elemento.

disabled

Uma operação booliana que, se presente, exibe o botão flutuante como desativado e evita cliques.

icon

Uma string que especifica o ícone a ser exibido no centro do botão. A string deve ser o nome de 
um ícone do código aberto iron-icons definido, que é pré-carregado, ou o URL para um ícone 
personalizado.
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Veja a seguir um exemplo da sintaxe que pode ser usada para adicionar um ícone de ferro a um 
elemento HTML <crowd-fab>. Substitua icon-name pelo nome do ícone a ser usado nesse
Conjunto de ícones.

<crowd-fab "id="button1" icon="icon-name" title="Issue"/>

label

Uma string que consiste em um único caractere que pode ser usado em vez de um ícone. Emojis ou 
vários caracteres podem fazer com que o botão mostre reticências.

title

Uma string que será exibida como uma dica de ferramenta quando o mouse passar sobre o botão.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-form

O wrapper de formulário para todas as tarefas personalizadas. Define e implementa ações 
importantes para o envio adequado de seus dados de formulário.

Se um crowd-button do tipo "submit" não estiver incluído no elemento <crowd-form>, ele será 
automaticamente anexado ao elemento <crowd-form>.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.
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Veja a seguir um exemplo de um modelo de classificação de imagem que usa o elemento <crowd-
form>. Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
    <crowd-image-classifier  
        src="${image_url}" 
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']" 
        header="Choose the correct category for the image" 
        name="category"> 

        <short-instructions> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.</p> 
        </short-instructions> 

  
        <full-instructions header="Classification Instructions"> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.  
            Use the <b>None of the Above</b> option if none of the other labels suit 
 the image.</p> 
        </full-instructions> 

    </crowd-image-classifier>
</crowd-form>

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: nenhum

• Elementos filho: qualquer um dos elementos do Modelo de UI

Eventos de elemento

O elemento crowd-form estende o elemento HTML form padrão e herda seus eventos, como
onclick e onsubmit.

Elementos HTML do SageMaker Crowd 1927

https://developer.mozilla.org/en-US/docs/Web/HTML/Element/form


Amazon SageMaker Guia do Desenvolvedor

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-icon-button

Um botão com uma imagem colocada no centro. Quando o usuário toca no botão, um efeito de 
ondulação emana do centro do botão.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid projetado para classificação de imagens que 
usa o elemento <crowd-icon-button>. Esse modelo usa JavaScript para permitir que os 
trabalhadores relatem problemas com a interface do usuário do operador. Copie o código a seguir 
e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer navegador para 
visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
    <crowd-image-classifier  
        src="${image_url}" 
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']" 
        header="Choose the correct category for the image" 
        name="category"> 

        <short-instructions> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.</p> 
            <p>If there is an issue with the image or tools, please select 
              <b>None of the Above</b>, describe the issue in the text box and click 
 the  
              button below.</p> 
            <crowd-input label="Report an Issue" name="template-issues"/></crowd-input> 
            <crowd-icon-button id="button1" icon="report-problem" title="Issue"/> 
        </short-instructions> 
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        <full-instructions header="Classification Instructions"> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.  
            Use the <b>None of the Above</b> option if none of the other labels suit 
 the image.</p> 
        </full-instructions> 

    </crowd-image-classifier>
</crowd-form>

<script> 
  [ 
    button1, 
  ].forEach(function(button) { 
    button.addEventListener('click', function() { 
      document.querySelector('crowd-form').submit(); 
    }); 
  });
</script>

Atributos

Os seguintes atributos têm suporte por esse elemento.

disabled

Uma opção booliana que, se presente, exibe o botão como desabilitado e evita cliques.

icon

Uma string que especifica o ícone a ser exibido no centro do botão. A string deve ser o nome de 
um ícone do código aberto iron-icons definido, que é pré-carregado, ou o URL para um ícone 
personalizado.

Veja a seguir um exemplo da sintaxe que pode ser usada para adicionar um ícone de ferro a um 
elemento HTML <crowd-icon-button>. Substitua icon-name pelo nome do ícone a ser usado 
nesse Conjunto de ícones.

<crowd-icon-button id="button1" icon="icon-name" title="Issue"/>

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.
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• Elementos pai: crowd-form

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-image-classifier

Um widget para classificar uma imagem. Use um dos seguintes formatos de imagem compatíveis: 
APNG, BMP, GIF, ICO, JPEG, PNG, SVG. As imagens não têm limite de tamanho.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo de classificação de imagem que usa o elemento <crowd-
image-classifier>. Copie o código a seguir e salve-o em um arquivo com a extensão .html. 
Abra o arquivo em qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
    <crowd-image-classifier  
        src="${image_url}" 
        categories="['Cat', 'Dog', 'Bird', 'None of the Above']" 
        header="Choose the correct category for the image" 
        name="category"> 

        <short-instructions> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.</p> 
        </short-instructions> 

  
        <full-instructions header="Classification Instructions"> 
            <p>Read the task carefully and inspect the image.</p> 
            <p>Choose the appropriate label that best suits the image.  
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            Use the <b>None of the Above</b> option if none of the other labels suit 
 the image.</p> 
        </full-instructions> 

    </crowd-image-classifier>
</crowd-form>

Atributos

Os seguintes atributos são exigidos por esse elemento.

categories

Uma matriz de strings formatadas em JSON, cada uma das quais é uma categoria que um 
trabalhador pode atribuir à imagem. Você deve incluir "other" como categoria, para que o trabalhador 
possa fornecer uma resposta. É possível especificar até 10 categorias.

header

O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução simples 
para o trabalhador.

name

O nome deste widget. Ela é usada como uma chave para a entrada do widget na saída do formulário.

overlay

Informações a serem sobrepostas na imagem de origem. Isso é para fluxos de trabalho de 
verificação de tarefas de caixa delimitadora e de segmentação semântica.

É um objeto JSON contendo um objeto com o nome do tipo de tarefa em letras minúsculas e 
maiúsculas como a chave. O valor dessa chave é um objeto que contém os rótulos e outras 
informações necessárias da tarefa anterior.

A seguir, um exemplo de um elemento crowd-image-classifier com atributos para verificar 
uma tarefa de segmentação semântica:

<crowd-image-classifier 
    name="boundingBoxClassification" 
    header="Rate the quality of the annotations based on the background section  
       in the instructions on the left hand side." 
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    src="https://i.imgur.com/CIPKVJo.jpg" 
    categories="['good', 'bad', 'okay']" 
    overlay='{ 
        "boundingBox": { 
            labels: ["bird", "cat"],  
            value: [ 
                { 
                  height: 284, 
                  label: "bird", 
                  left: 230, 
                  top: 974, 
                  width: 223 
                }, 
                { 
                  height: 69, 
                  label: "bird", 
                  left: 79, 
                  top: 889, 
                  width: 247 
                } 
            ] 
        }, 
    }'
> ... </crowd-image-classifier>

Uma tarefa de verificação de segmentação semântica usaria o valor overlay da seguinte forma:

<crowd-image-classifier 
  name='crowd-image-classifier' 
  categories='["good", "bad"]' 
  src='URL of image to be classified' 
  header='Please classify' 
  overlay='{ 
    "semanticSegmentation": { 
      "labels": ["Cat", "Dog", "Bird", "Cow"], 
      "labelMappings": { 
        "Bird": { 
          "color": "#ff7f0e" 
        }, 
        "Cat": { 
          "color": "#2ca02c" 
        }, 
        "Cow": { 
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          "color": "#d62728" 
        }, 
        "Dog": { 
          "color": "#2acf59" 
        } 
      }, 
      "src": "URL of overlay image", 
    } 
  }'
> ... </crowd-image-classifier>

Uma tarefa de segmentação de instâncias usaria o valor do overlay seguinte forma:

<crowd-image-classifier 
  name='crowd-image-classifier' 
  categories='["good", "bad"]' 
  src='URL of image to be classified' 
  header='Please classify instances of each category' 
  overlay='{ 
    "instanceSegmentation": { 
       "labels": ["Cat", "Dog", "Bird", "Cow"], 
       "instances": [ 
        { 
         "color": "#2ca02c", 
         "label": "Cat" 
        }, 
        { 
         "color": "#1f77b4", 
         "label": "Cat" 
        }, 
        { 
         "color": "#d62728", 
         "label": "Dog" 
        } 
       ], 
       "src": "URL of overlay image", 
    } 
  }'
> ... </crowd-image-classifier>

src

O URL da imagem a ser classificada.
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Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: full-instructions, short-instructions, worker-comment

Regiões

As regiões a seguir são exigidas por esse elemento.

full-instructions

Instruções gerais para o operador sobre como classificar uma imagem.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

worker-comment

Use isso em fluxos de trabalho de verificação quando precisar que os operadores expliquem por que 
fizeram a escolha que fizeram. Use o texto entre as tags de abertura e fechamento para fornecer 
instruções aos operadores sobre quais informações devem ser incluídas no comentário.

Ele usa os seguintes atributos:

header

Uma frase com uma call-to-action para deixar um comentário. Usado como texto do título para uma 
janela modal em que o comentário é adicionado.

Opcional. O padrão é "Adicionar um comentário".

link-text

Este texto é exibido abaixo das categorias no widget. Quando clicado, ele abre uma janela modal em 
que o operador poderá adicionar um comentário.

Opcional. O padrão é "Adicionar um comentário".
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espaço reservado

Um exemplo de texto na área de texto do comentário que é substituído quando operador começa a 
digitar. Isso não será exibido na saída se o operador deixar o campo em branco.

Opcional. O padrão é branco.

Resultado

A saída desse elemento é uma string que especifica um dos valores definidos no atributo categories
do elemento <crowd-image-classifier>.

Example : Saídas do elemento de amostra

Veja a seguir uma amostra da saída desse elemento.

[ 
  { 
    "<name>": { 
      "label": "<value>" 
      "workerComment": "Comment - if no comment is provided, this field will not be 
 present"
    } 
  }
]

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-image-classifier-multi-select

Um widget para classificar uma imagem em uma ou mais categorias. Use um dos seguintes formatos 
de imagem compatíveis: APNG, BMP, GIF, ICO, JPEG, PNG, SVG. As imagens não têm limite de 
tamanho.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.
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Veja a seguir um exemplo de um modelo de tarefa de operador HTML criado usando esse elemento 
crowd. Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-image-classifier-multi-select 
    name="animals" 
    categories="['Cat', 'Dog', 'Horse', 'Pig', 'Bird']" 
    src="https://images.unsplash.com/photo-1509205477838-a534e43a849f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1998&q=80" 
    header="Please identify the animals in this image" 
    exclusion-category="{ text: 'None of the above' }" 
  > 
    <full-instructions header="Classification Instructions"> 
      <p>If more than one label applies to the image, select multiple labels.</p> 
      <p>If no labels apply, select <b>None of the above</b></p> 
    </full-instructions> 

    <short-instructions> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label(s) that best suit the image.</p> 
    </short-instructions> 
  </crowd-image-classifier-multi-select>
</crowd-form>

Atributos

Os seguintes atributos têm suporte do elemento crowd-image-classifier-multi-select. 
Cada atributo aceita um valor ou valores de string.

categories

Obrigatório. Uma matriz de strings em formato JSON, cada uma das quais é uma categoria que um 
operador pode atribuir à imagem. Um operador deve escolher pelo menos uma categoria e pode 
escolher todas as categorias.

header

Obrigatório. O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma 
instrução simples para os operadores.
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name

Obrigatório. O nome deste widget. No formulário, ele é usado como uma chave para entrada do 
widget.

src

Obrigatório. O URL da imagem a ser classificada.

exclusion-category

Opcional. Uma string em formato JSON com o seguinte formato: "{ text: 'default-
value' }". Esse atributo define um valor padrão que os operadores podem escolher se nenhum 
dos rótulos se aplicar à imagem mostrada na interface do usuário do operador.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: full-instructions, short-instructions, worker-comment

Regiões

Esse elemento usa as seguintes regiões

full-instructions

Instruções gerais para o operador sobre como classificar uma imagem.

short-instructions

Instruções importantes específicas da tarefa. Essas instruções são exibidas de forma proeminente.

Resultado

A saída desse elemento é uma string que especifica um ou mais dos valores definidos no atributo
categories do elemento <crowd-image-classifier-multi-select>.

Example : Saídas do elemento de amostra

Veja a seguir uma amostra da saída desse elemento.
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[ 
  { 
    "<name>": { 
        labels: ["label_a", "label_b"] 
    } 
  }
]

Consulte também

Para obter mais informações, consulte as informações a seguir.

• Classificação de imagens (com vários rótulos)

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-input

Uma caixa que aceita dados de entrada.

Não pode ser de fechamento automático

Ao contrário do elemento input no padrão HTML, esse elemento não pode ser auto-
delimitado com uma barra antes do parêntese de fechamento, por exemplo: <crowd-
input ... />. Ele deve ser acompanhado por um </crowd-input> para fechar o 
elemento.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-input>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
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  <img style="max-width: 35vw; max-height: 50vh" src="{{ task.input.taskObject | 
 grant_read_access }}"> 
  <crowd-input name="tag1" label="Word/phrase 1" required></crowd-input> 
  <crowd-input name="tag2" label="Word/phrase 2" required></crowd-input> 
  <crowd-input name="tag3" label="Word/phrase 3" required></crowd-input> 

  <short-instructions> 
    Your custom quick instructions and examples 
  </short-instructions> 

  <full-instructions> 
    Your custom detailed instracutions and more examples 
  </full-instructions>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

allowed-pattern

Uma expressão regular usada com o atributo auto-validate para ignorar caracteres não 
correspondentes como os tipos de trabalho.

auto-focus

Quando o valor é definido como true, o navegador coloca o foco dentro da área de entrada após 
o carregamento. Dessa forma, o trabalhador pode começar a digitar sem precisar selecioná-lo 
primeiro.

auto-validate

Uma operação booliana que, se presente, ativa a validação de entrada. O comportamento do 
validador pode ser modificado pelos error-message e allowed-pattern.

disabled

Uma operação booliana que, se presente, exibe a área de entrada como desabilitada.

error-message

O texto a ser exibido abaixo do campo de entrada, no lado esquerdo, se a validação falhar.
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label

Uma string que é exibida dentro de um campo de texto.

Esse texto se encolhe e se eleva acima de um campo de texto quando o trabalhador começa a 
digitar no campo ou quando o atributo value está definido.

max-length

Um número máximo de caracteres que a entrada aceitará. A entrada além desse limite é ignorada.

min-length

Um comprimento mínimo para a entrada no campo

name

Define o nome da entrada a ser usada no DOM e na saída do formulário.

espaço reservado

Um valor de string que é usado como texto de espaço reservado, exibido até que o funcionário 
comece a inserir dados na entrada. Ele não é usado como um valor padrão.

obrigatório

Uma operação booliana que, se presente, exige que o trabalhador forneça uma entrada.

tipo

Usa uma string para definir o comportamento do HTML5 input-type para a entrada. Exemplos 
incluem file e date.

value

Uma predefinição que se tornará o padrão se o trabalhador não fornecer entrada. A predefinição 
aparece em um campo de texto.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form
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• Elementos filho: nenhum

Resultado

Fornece uma string name como o nome da propriedade e o texto que foi inserido no campo como 
seu valor.

Example : Exemplo de saída JSON

Os valores para vários elementos são gerados no mesmo objeto, com seu valor de atributo name
como o nome da propriedade. Elementos sem entrada não aparecem na saída. Por exemplo, vamos 
usar três entradas:

<crowd-input name="tag1" label="Word/phrase 1"></crowd-input>
<crowd-input name="tag2" label="Word/phrase 2"></crowd-input>
<crowd-input name="tag3" label="Word/phrase 3"></crowd-input>

Esta será a saída se apenas dois tiverem entrada:

[ 
  { 
    "tag1": "blue", 
    "tag2": "red" 
  }
]

Isso significa que qualquer código criado para analisar esses resultados deve ser capaz de lidar com 
a presença ou ausência de cada entrada nas respostas.

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-instance-segmentation

Um widget para identificar instâncias individuais de objetos específicos em uma imagem e criar uma 
sobreposição colorida para cada instância rotulada.
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Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa <crowd-instance-segmentation>. 
Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-instance-segmentation 
    name="annotatedResult" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Please label each of the requested objects in this image" 
    labels="['Cat', 'Dog', 'Bird']" 
  > 
    <full-instructions header="Segmentation Instructions"> 
      <ol> 
          <li><strong>Read</strong> the task carefully and inspect the image.</li> 
          <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
          <li><strong>Choose</strong> the appropriate label that best suits the 
 image.</li> 
      </ol> 
    </full-instructions> 

    <short-instructions> 
      <p>Use the tools to label all instances of the requested items in the image</p> 
    </short-instructions> 
  </crowd-instance-segmentation>
</crowd-form>

Use um modelo semelhante ao seguinte para permitir que os operadores adicionem suas próprias 
categorias (rótulos).

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-instance-segmentation 
    id="annotator" 
    name="myTexts" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Click Instructions to add new labels." 
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    labels="['placeholder']" 
  > 
    <short-instructions> 
      <h3>Add a label to describe each type of object in this image.</h3> 
      <h3>Cover each instance of each object with a segmentation mask.</h3> 
      <br> 
      <h3> 
        Add new label 
      </h3> 
      <crowd-input name="_customLabel" id="customLabel"></crowd-input> 
      <crowd-button id="addLabel">Add</crowd-button> 
       
      <br><br><br> 
      <h3> 
      Manage labels 
      </h3> 
      <div id="labelsSection"></div> 
    </short-instructions> 
     
    <full-instructions> 
      Describe your task in more detail here. 
    </full-instructions> 
  </crowd-instance-segmentation>
</crowd-form>

<script> 
  document.addEventListener('all-crowd-elements-ready', function(event) { 
    document.querySelector('crowd-instance-segmentation').labels = [];   
  }); 
   
  function populateLabelsSection() { 
    labelsSection.innerHTML = ''; 
    annotator.labels.forEach(function(label) { 
      const labelContainer = document.createElement('div'); 
      labelContainer.innerHTML = label + ' <a href="javascript:void(0)">(Delete)</a>'; 
      labelContainer.querySelector('a').onclick = function() { 
        annotator.labels = annotator.labels.filter(function(l) { 
          return l !== label; 
        }); 
        populateLabelsSection(); 
      }; 
      labelsSection.appendChild(labelContainer); 
    }); 
  } 
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  addLabel.onclick = function() { 
    annotator.labels = annotator.labels.concat([customLabel.value]); 
    customLabel.value = null; 
     
    populateLabelsSection(); 
  };
</script>

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução simples 
para o trabalhador.

rótulos

Uma matriz de strings formatadas em JSON, cada uma das quais é um rótulo que um operador 
pode atribuir à instância de um objeto na imagem. Os operadores podem gerar diferentes cores 
de sobreposição para cada instância relevante selecionando "adicionar instância" no rótulo da 
ferramenta.

name

O nome deste widget. É usado como uma chave para os dados de rotulagem na saída do formulário.

src

O URL da imagem que deve ser rotulada.

initial-value

Um objeto JSON contendo os mapeamentos de cores de uma tarefa de segmentação instância 
anterior e um link para a saída da imagem de sobreposição pela tarefa anterior. Inclua isso quando 
quiser que um operador humano verifique os resultados de uma tarefa de rotulagem anterior e 
ajuste-o, se necessário.

O atributo será semelhante ao seguinte:

  initial-value="{ 
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    "instances": [ 
      { 
        "color": "#2ca02c", 
        "label": "Cat" 
      }, 
      { 
        "color": "#1f77b4", 
        "label": "Cat" 
      }, 
      { 
        "color": "#d62728", 
        "label": "Dog" 
      } 
    ], 
    "src": {{ "S3 file URL for image" | grant_read_access }} 
  }"

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: full-instructions, short-instructions

Regiões

As seguintes regiões têm suporte por esse elemento.

full-instructions

Instruções gerais sobre como fazer a segmentação de imagens.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Resultado

A seguinte saída tem suporte por este elemento.

labeledImage

Um Objeto JSON contendo um PNG codificado em Base64 dos rótulos.
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instâncias

Uma matriz JSON contendo objetos com os rótulos e as cores da instância.

• cor: o valor hexadecimal da cor RGB do rótulo no PNG labeledImage.

• rótulo: o rótulo dado às sobreposições que usam essa cor. Esse valor pode se repetir, pois as 
diferentes instâncias do rótulo são identificadas por sua cor exclusiva.

inputImageProperties

Um objeto JSON que especifica as dimensões da imagem que está sendo anotada pelo trabalhador. 
Esse objeto contém as seguintes propriedades.

• altura: a altura, em pixels, da imagem.

• largura: a largura, em pixels, da imagem.

Example : Saídas do elemento de amostra

Veja a seguir um exemplo da saída desse elemento.

[ 
  { 
    "annotatedResult": { 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      }, 
      "instances": [ 
        { 
          "color": "#1f77b4", 
          "label": "<Label 1>":  
        }, 
        { 
          "color": "#2ca02c", 
          "label": "<Label 1>":  
        }, 
        { 
          "color": "#ff7f0e", 
          "label": "<Label 3>":  
        }, 
      ], 
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      "labeledImage": { 
        "pngImageData": "<Base-64 Encoded Data>" 
      } 
    } 
  }
]

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-instructions

Um elemento que exibe instruções em três páginas com guias, Resumo, Instruções detalhadas e
Exemplos, quando o trabalhador clica em um link ou botão.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usou o elemento <crowd-instructions>. 
Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
   <crowd-instructions link-text="View instructions" link-type="button"> 
    <short-summary> 
      <p>Given an image, write three words or short phrases that summarize its 
 contents.</p> 
    </short-summary> 
    <detailed-instructions> 
      <p>Imagine that you are describing an image to a friend or tagging it for a news 
 website. Provide three specific words or short phrases that describe it.</p> 
    </detailed-instructions> 
    <positive-example> 
      <p><img src="https://s3.amazonaws.com/cv-demo-images/highway.jpg"/></p> 
      <p> 
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       <ul> 
        <li>Highway</li> 
        <li>Cars</li> 
        <li>Gas station</li> 
       </ul> 
      </p> 
    </positive-example> 
    <negative-example> 
      <p><img src="https://s3.amazonaws.com/cv-demo-images/highway.jpg"/></p> 
      <p> 
       These are not specific enough: 
       <ol> 
        <li>Trees</li> 
        <li>Outside</li> 
        <li>Daytime</li> 
       </ol> 
      </p> 
    </negative-example> 
 </crowd-instructions> 
    <p><strong>Instructions: </strong>Given an image, write three words or short 
 phrases that summarize its contents.</p> 
    <p>If someone were to see these three words or phrases, they should understand the 
 subject and context of the image, as well as any important actions.</p> 
 <p>View the instructions for detailed instructions and examples.</p> 
 <p><img style="max-width: 100%; max-height: 100%" src="{{ task.input.taskObject | 
 grant_read_access }}"></p> 
  <crowd-input name="tag1" label="Word/phrase 1" required></crowd-input> 
  <crowd-input name="tag2" label="Word/phrase 2" required></crowd-input> 
  <crowd-input name="tag3" label="Word/phrase 3" required></crowd-input>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

link-text

O texto a ser exibido para abrir as instruções. O padrão é Clique para obter instruções.

link-type

Uma string que especifica o tipo de trigger para as instruções. Os valores possíveis são 
"link" (padrão) e "button".
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Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Regiões

As seguintes regiões têm suporte por esse elemento.

detailed-instructions

Conteúdo que fornece instruções específicas para uma tarefa. Isso aparece na página da aba 
"Instruções detalhadas".

negative-example

Conteúdo que fornece exemplos de conclusão de tarefa inadequada. Isso aparece na página da aba 
"Exemplos". Mais de um exemplo pode ser fornecido dentro desse elemento.

positive-example

Conteúdo que fornece exemplos de conclusão de tarefa adequada. Isso aparece na página da aba 
"Exemplos".

short-summary

Uma breve declaração que resume a tarefa a ser concluída. Isso aparece na página da aba 
"Resumo". Mais de um exemplo pode ser fornecido dentro desse elemento.

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-keypoint

Gera uma ferramenta para selecionar e anotar pontos-chave em uma imagem.
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Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-keypoint>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <div id="errorBox"></div> 
    
  <crowd-keypoint 
    src="{{ task.input.taskObject | grant_read_access }}" 
    labels="['Item A', 'Item B', 'Item C']"         
    header="Please locate the centers of each item." 
    name="annotatedResult"> 
    <short-instructions> 
      Describe your task briefly here and give examples 
    </short-instructions> 
    <full-instructions> 
      Give additional instructions and good/bad examples here 
    </full-instructions>    
  </crowd-keypoint>
</crowd-form>

<script> 
  var num_obj = 1; 

  document.querySelector('crowd-form').onsubmit = function(e) { 
    const keypoints = document.querySelector('crowd-keypoint').value.keypoints || 
 document.querySelector('crowd-keypoint')._submittableValue.keypoints; 
    const labels = keypoints.map(function(p) { 
      return p.label; 
    }); 

    // 1. Make sure total number of keypoints is correct. 
    var original_num_labels = document.getElementsByTagName("crowd-keypoint")
[0].getAttribute("labels"); 

    original_num_labels = original_num_labels.substring(2, original_num_labels.length - 
 2).split("\",\""); 
    var goalNumKeypoints = num_obj*original_num_labels.length; 
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    if (keypoints.length != goalNumKeypoints) { 
      e.preventDefault(); 
      errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must add all 
 keypoint annotations and use each label only once.</crowd-alert>'; 
      errorBox.scrollIntoView(); 
      return; 
    } 

    // 2. Make sure all labels are unique. 
    labelCounts = {}; 
    for (var i = 0; i < labels.length; i++) { 
      if (!labelCounts[labels[i]]) { 
        labelCounts[labels[i]] = 0; 
      } 
      labelCounts[labels[i]]++; 
    } 
    const goalNumSingleLabel = num_obj; 

    const numLabels = Object.keys(labelCounts).length; 

    Object.entries(labelCounts).forEach(entry => { 
      if (entry[1] != goalNumSingleLabel) { 
        e.preventDefault(); 
        errorBox.innerHTML = '<crowd-alert type="error" dismissible>You must use each 
 label only once.</crowd-alert>'; 
        errorBox.scrollIntoView(); 
      } 
    }) 
  };
</script>

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução simples 
para o trabalhador.

initial-value

Uma matriz, no formato JSON, de pontos principais a serem aplicados à imagem no início. Por 
exemplo:
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initial-value="[ 
  { 
    'label': 'Left Eye', 
    'x': 1022, 
    'y': 429 
  }, 
  { 
    'label': 'Beak', 
    'x': 941, 
    'y': 403 
  }
]

Note

Observe que os valores de rótulo usados nesse atributo devem ter um valor correspondente 
no atributo labels ou o ponto não será renderizado.

rótulos

Uma matriz, no formato JSON, de strings a serem usadas como rótulos de anotação de pontos 
principais.

name

Uma string usada para identificar a resposta enviada pelo operador. Esse valor corresponderá a uma 
chave no objeto JSON que especifica a resposta.

src

O URI de origem da imagem a ser anotada.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: full-instructions, short-instructions
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Regiões

As seguintes regiões são exigidas por esse elemento.

full-instructions

Instruções gerais sobre como anotar a imagem.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Resultado

A seguinte saída tem suporte por este elemento.

inputImageProperties

Um objeto JSON que especifica as dimensões da imagem que está sendo anotada pelo trabalhador. 
Esse objeto contém as seguintes propriedades.

• altura: a altura, em pixels, da imagem.

• largura: a largura, em pixels, da imagem.

keypoints

Uma matriz de objetos JSON que contém as coordenadas e o rótulo de um ponto principal. Cada 
objeto contém as seguintes propriedades:

• rótulo: o rótulo atribuído ao ponto principal.

• x: a coordenada X, em pixels, do ponto principal na imagem.

• y: a coordenada Y, em pixels, do ponto principal na imagem.

Note

As coordenadas X e Y consideram 0,0 como sendo o canto superior esquerdo da imagem.

Example : Saídas do elemento de amostra

Veja a seguir um exemplo de saída do uso desse elemento.
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[ 
  { 
    "crowdKeypoint": { 
      "inputImageProperties": { 
        "height": 1314, 
        "width": 962 
      }, 
      "keypoints": [ 
        { 
          "label": "dog", 
          "x": 155, 
          "y": 275 
        }, 
        { 
          "label": "cat", 
          "x": 341, 
          "y": 447 
        }, 
        { 
          "label": "cat", 
          "x": 491, 
          "y": 513 
        }, 
        { 
          "label": "dog", 
          "x": 714, 
          "y": 578 
        }, 
        { 
          "label": "cat", 
          "x": 712, 
          "y": 763 
        }, 
        { 
          "label": "cat", 
          "x": 397, 
          "y": 814 
        } 
      ] 
    } 
  }
]
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Você pode ter muitos rótulos disponíveis, mas apenas os que são usados aparecem na saída.

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-line

Um widget para desenhar linhas em uma imagem. Cada linha é associada a um rótulo e os dados de 
saída relatarão os pontos inicial e final de cada linha.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-line>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo. Para obter mais exemplos, consulte este
repositório do GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-line 
    name="crowdLine" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Add header here to describe the task" 
    labels="['car','pedestrian','street car']" 
  > 
    <short-instructions> 
        <p>Read the task carefully and inspect the image.</p> 
        <p>Choose the appropriate label that best suits the image.</p> 
        <p>Draw a line on each objects that the label applies to.</p> 
    </short-instructions> 

    <full-instructions> 
        <p>Read the task carefully and inspect the image.</p> 
        <p>Choose the appropriate label that best suits the image.  
        <p>Draw a line along each object that the image applies to. 
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            Make sure that the line does not extend beyond the boundaries 
            of the object. 
        </p> 
        <p>Each line is defined by a starting and ending point. Carefully 
        place the starting and ending points on the boundaries of the object.</p> 
    </full-instructions> 
     
  </crowd-line>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

Opcional. O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução 
simples para o trabalhador.

initial-value

Opcional. Uma matriz de objetos JSON, cada um dos quais define uma linha quando o componente 
é carregado. Cada objeto JSON na matriz contém as seguintes propriedades:

• rótulo: o texto atribuído à caixa como parte da tarefa de rotulagem. Esse texto deve corresponder a 
um dos rótulos definidos no atributo labels do elemento <crowd-line>.

• vértices:: as coordenadas em pixels x e y do ponto inicial e final da linha, em relação ao canto 
superior esquerdo da imagem.

initial-value="{ 
    lines: [ 
    { 
        label: 'sideline', // label of this line annotation 
        vertices:[         // an array of vertices which decide the position of the 
 line 
        { 
            x: 84, 
            y: 110 
        }, 
        { 
            x: 60, 
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            y: 100 
        } 
        ] 
    }, 
    { 
        label: 'yardline', 
        vertices:[        
        { 
            x: 651, 
            y: 498 
        }, 
        { 
            x: 862, 
            y: 869 
        } 
        ] 
    } 
   ]
}"

As linhas definidas por meio da propriedade initial-value podem ser ajustadas. Se 
a resposta de um operador foi ajustada ou não, é rastreado por meio de um booleano
initialValueModified na saída da resposta do operador.

rótulos

Obrigatório. Uma matriz de strings formatadas em JSON, cada uma das quais é um rótulo que um 
operador pode atribuir à linha.

Limite: 10 rótulos

cores do rótulo

Opcional. Uma matriz de strings. Cada string é um código hexadecimal (hex) para um rótulo.

name

Obrigatório. O nome deste widget. É usada como uma chave para a entrada do widget na saída do 
formulário.

src

Obrigatório. O URL da imagem na qual desenhar as linhas.
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Regiões

As seguintes regiões são exigidas por esse elemento.

full-instructions

Instruções gerais sobre como desenhar as linhas.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: short-instructions, full-instructions

Resultado

inputImageProperties

Um objeto JSON que especifica as dimensões da imagem que está sendo anotada pelo trabalhador. 
Esse objeto contém as seguintes propriedades.

• altura: a altura, em pixels, da imagem.

• largura: a largura, em pixels, da imagem.

lines

Uma matriz JSON contendo objetos com rótulos e vértices de linhas.

• rótulo: o rótulo dado a uma linha.

• vértices:: as coordenadas em pixels x e y do ponto inicial e final da linha, em relação ao canto 
superior esquerdo da imagem.

Example : Saídas do elemento de amostra

Veja a seguir um exemplo da saída desse elemento.
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{ 
    "crowdLine": { //This is the name you set for the crowd-line 
      "inputImageProperties": { 
        "height": 1254, 
        "width": 2048 
      }, 
      "lines": [ 
        { 
          "label": "yardline", 
          "vertices": [  
            { 
              "x": 58, 
              "y": 295 
            }, 
            { 
              "x": 1342, 
              "y": 398 
            } 
          ] 
        }, 
        { 
          "label": "sideline", 
          "vertices": [ 
            { 
              "x": 472, 
              "y": 910 
            }, 
            { 
              "x": 1480, 
              "y": 600 
            } 
          ] 
        } 
      ] 
    } 
  }

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements
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crowd-modal

Uma pequena janela que aparece no visor quando é aberta.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo da sintaxe que você pode usar com o elemento <crowd-modal>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-modal
link-text = "See Examples"
link-type = "button">
Example Modal Text</crowd-modal>

Atributos

Os seguintes atributos têm suporte por esse elemento.

link-text

O texto a ser exibido para abrir o modal. O padrão é "Clique para abrir o modal".

link-type

Uma string que especifica o tipo de trigger para o modal. Os valores possíveis são "link" (padrão) e 
"button".

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:
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• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-polygon

Um widget para desenhar polígonos em uma imagem e atribuir um rótulo à parte da imagem contida 
em cada polígono.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-polygon>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-polygon 
    name="annotatedResult" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Draw a polygon around each of the requested target(s) of interest" 
    labels="['Cat', 'Dog', 'Bird']" 
  > 
    <full-instructions header="Polygon instructions"> 
      <ul> 
        <li>Make the polygon tight around the object</li> 
        <li>You need to select a label before starting a polygon</li> 
        <li>You will need to select a label again after completing a polygon</li> 
        <li>To select a polygon, you can click on its borders</li> 
        <li>You can start drawing a polygon from inside another polygon</li> 
        <li>You can undo and redo while you're drawing a polygon to go back and forth 
 between points you've placed</li> 
        <li>You are prevented from drawing lines that overlap other lines from the same 
 polygon</li> 
      </ul> 
    </full-instructions> 

    <short-instructions> 
      <p>Draw a polygon around each of the requested target(s) of interest</p> 
      <p>Make the polygon tight around the object</p> 
    </short-instructions> 
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  </crowd-polygon>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução simples 
para o trabalhador.

rótulos

Uma matriz de strings formatadas em JSON, cada uma das quais é um rótulo que um trabalhador 
pode atribuir à parte da imagem delimitada por um polígono.

name

O nome deste widget. É usada como uma chave para a entrada do widget na saída do formulário.

src

O URL da imagem na qual desenhar polígonos.

initial-value

Uma matriz de objetos JSON, cada um dos quais define um polígono a ser desenhado quando o 
componente é carregado. Cada objeto JSON na matriz contém as seguintes propriedades.

• rótulo: o texto atribuído ao polígono como parte da tarefa de rotulagem. Esse texto deve 
corresponder a um dos rótulos definidos no atributo labels do elemento <crowd-polygon>.

• vértices: uma matriz de objetos JSON. Cada objeto contém um valor de coordenadas x e y para 
um ponto no polígono.

Example

Um atributo initial-value pode ter esta aparência.

initial-value =  
  '[ 
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     { 
     "label": "dog", 
     "vertices":  
       [ 
         { 
            "x": 570, 
            "y": 239 
         }, 
        ...  
         { 
            "x": 759, 
            "y": 281 
         } 
       ] 
     } 
  ]'

Como isso estará dentro de um elemento HTML, a matriz JSON deve estar entre aspas simples ou 
duplas. O exemplo acima usa aspas simples para encapsular o JSON e aspas duplas no próprio 
JSON. Se você tiver que combinar aspas simples e duplas no JSON, substitua-as pelos códigos de 
entidade HTML (&quot; para aspas duplas, &#39; para aspas simples) para que elas funcionem 
corretamente.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: full-instructions, short-instructions

Regiões

As seguintes regiões são necessárias:

full-instructions

Instruções gerais sobre como desenhar polígonos.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.
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Resultado

A seguinte saída tem suporte por este elemento.

polygons

Uma matriz de objetos JSON, cada um dos quais descreve um polígono que foi criado pelo operador. 
Cada objeto JSON na matriz contém as seguintes propriedades.

• rótulo: o texto atribuído ao polígono como parte da tarefa de rotulagem.

• vértices: uma matriz de objetos JSON. Cada objeto contém um valor de coordenadas x e y para 
um ponto no polígono. O canto superior esquerdo da imagem é 0,0.

inputImageProperties

Um objeto JSON que especifica as dimensões da imagem que está sendo anotada pelo trabalhador. 
Esse objeto contém as seguintes propriedades.

• altura: a altura, em pixels, da imagem.

• largura: a largura, em pixels, da imagem.

Example : Saídas do elemento de amostra

Veja a seguir exemplos de saídas de cenários de uso comum para esse elemento.

Rótulo único, polígono único

{ 
    "annotatedResult":  
    { 
      "inputImageProperties": { 
        "height": 853, 
        "width": 1280 
      }, 
      "polygons":  
      [ 
        { 
          "label": "dog", 
          "vertices":  
          [ 
            { 
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              "x": 570, 
              "y": 239 
            }, 
            { 
              "x": 603, 
              "y": 513 
            }, 
            { 
              "x": 823, 
              "y": 645 
            }, 
            { 
              "x": 901, 
              "y": 417 
            }, 
            { 
              "x": 759, 
              "y": 281 
            } 
          ] 
        } 
      ] 
    } 
  }
]

Rótulo único, polígonos múltiplos

[ 
  { 
    "annotatedResult": { 
      "inputImageProperties": { 
        "height": 853, 
        "width": 1280 
      }, 
      "polygons": [ 
        { 
          "label": "dog", 
          "vertices": [ 
            { 
              "x": 570, 
              "y": 239 
            }, 
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            { 
              "x": 603, 
              "y": 513 
            }, 
            { 
              "x": 823, 
              "y": 645 
            }, 
            { 
              "x": 901, 
              "y": 417 
            }, 
            { 
              "x": 759, 
              "y": 281 
            } 
          ] 
        }, 
        { 
          "label": "dog", 
          "vertices": [ 
            { 
              "x": 870, 
              "y": 278 
            }, 
            { 
              "x": 908, 
              "y": 446 
            }, 
            { 
              "x": 1009, 
              "y": 602 
            }, 
            { 
              "x": 1116, 
              "y": 519 
            }, 
            { 
              "x": 1174, 
              "y": 498 
            }, 
            { 
              "x": 1227, 
              "y": 479 
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            }, 
            { 
              "x": 1179, 
              "y": 405 
            }, 
            { 
              "x": 1179, 
              "y": 337 
            } 
          ] 
        } 
      ] 
    } 
  }
]

Rótulos múltiplos, polígonos múltiplos

[ 
  { 
    "annotatedResult": { 
      "inputImageProperties": { 
        "height": 853, 
        "width": 1280 
      }, 
      "polygons": [ 
        { 
          "label": "dog", 
          "vertices": [ 
            { 
              "x": 570, 
              "y": 239 
            }, 
            { 
              "x": 603, 
              "y": 513 
            }, 
            { 
              "x": 823, 
              "y": 645 
            }, 
            { 
              "x": 901, 
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              "y": 417 
            }, 
            { 
              "x": 759, 
              "y": 281 
            } 
          ] 
        }, 
        { 
          "label": "cat", 
          "vertices": [ 
            { 
              "x": 870, 
              "y": 278 
            }, 
            { 
              "x": 908, 
              "y": 446 
            }, 
            { 
              "x": 1009, 
              "y": 602 
            }, 
            { 
              "x": 1116, 
              "y": 519 
            }, 
            { 
              "x": 1174, 
              "y": 498 
            }, 
            { 
              "x": 1227, 
              "y": 479 
            }, 
            { 
              "x": 1179, 
              "y": 405 
            }, 
            { 
              "x": 1179, 
              "y": 337 
            } 
          ] 
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        } 
      ] 
    } 
  }
]

Você pode ter muitos rótulos disponíveis, mas apenas os que são usados aparecem na saída.

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

polilinha de crowd

Um widget para desenhar polilinhas ou linhas em uma imagem. Cada polilinha está associada a um 
rótulo e pode incluir dois ou mais vértices. Uma polilinha pode se cruzar e seus pontos inicial e final 
podem ser colocados em qualquer lugar da imagem.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-polyline>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo. Para obter mais exemplos, consulte este
repositório do GitHub.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-polyline 
    name="crowdPolyline" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Add header here to describe the task" 
    labels="['car','pedestrian','street car']" 
  > 
    <full-instructions> 
        <p>Read the task carefully and inspect the image.</p> 
        <p>Choose the appropriate label that best suits the image.</p> 
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        <p>Draw a polyline around the boundaries of all objects 
        that the label applies to.</p> 
        <p>Use the <b>Enter</b> key to complete a polyline.</p> 
        <p>Make sure that the polyline fits tightly around the boundary 
        of the object.</p> 
    </full-instructions> 

    <short-instructions> 
        <p>Read the task carefully and inspect the image.</p> 
        <p>Review the tool guide to learn how to use the polyline tool.</p> 
        <p>Choose the appropriate label that best suits the image.</p> 
        <p>To draw a polyline, select a label that applies to an object of interest  
            and add a single point to the photo by clicking on that point. Continue to  
            draw the polyline around the object by adding additional points 
            around the object boundary.</p> 
        <p>After you place the final point on the polyline, press <b>Enter</b> on your 
        keyboard to complete the polyline.</p> 

    </short-instructions> 
  </crowd-polyline>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

Opcional. O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução 
simples para o trabalhador.

initial-value

Opcional. Uma matriz de objetos JSON, cada um dos quais define uma polilinha quando o 
componente é carregado. Cada objeto JSON na matriz contém as seguintes propriedades:

• rótulo: o texto atribuído ao polígono como parte da tarefa de rotulagem. Esse texto deve 
corresponder a um dos rótulos definidos no atributo labels do elemento <crowd-polyline>.

• vértices: as coordenadas em pixels x e y dos vértices de uma polilinha em relação ao canto 
superior esquerdo da imagem.

 initial-value= "{ 
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    polylines: [ 
    { 
        label: 'sideline', // label of this line annotation 
        vertices:[         // an array of vertices which decide the position of the 
 line 
        { 
            x: 84, 
            y: 110 
        }, 
        { 
            x: 60, 
            y: 100 
        } 
        ] 
    }, 
    { 
        label: 'yardline', 
        vertices:[        
        { 
            x: 651, 
            y: 498 
        }, 
        { 
            x: 862, 
            y: 869 
        }, 
        { 
            x: 1000, 
            y: 869 
        } 
        ] 
    } 
   ]
}"

As polilinhas definidas por meio da propriedade initial-value podem ser ajustadas. 
Se a resposta de um operador foi ajustada ou não, é rastreado por meio de um booleano
initialValueModified na saída da resposta do operador.

rótulos

Obrigatório. Uma matriz de strings formatadas em JSON, cada uma das quais é um rótulo que um 
operador pode atribuir à linha.
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Limite: 10 rótulos

cores do rótulo

Opcional. Uma matriz de strings. Cada string é um código hexadecimal (hex) para um rótulo.

name

Obrigatório. O nome deste widget. É usada como uma chave para a entrada do widget na saída do 
formulário.

src

Obrigatório. O URL da imagem na qual desenhar polilinhas.

Regiões

As seguintes regiões são exigidas por esse elemento.

full-instructions

Instruções gerais sobre como desenhar polilinhas.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: short-instructions, full-instructions

Resultado

inputImageProperties

Um objeto JSON que especifica as dimensões da imagem que está sendo anotada pelo trabalhador. 
Esse objeto contém as seguintes propriedades.
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• altura: a altura, em pixels, da imagem.

• largura: a largura, em pixels, da imagem.

Polilinhas

Uma matriz JSON contendo objetos com rótulos e vértices de polilinhas.

• rótulo: o rótulo dado a uma linha.

• vértices: as coordenadas em pixels x e y dos vértices de uma polilinha em relação ao canto 
superior esquerdo da imagem.

Example : Saídas do elemento de amostra

Veja a seguir um exemplo da saída desse elemento.

 { 
    "crowdPolyline": { //This is the name you set for the crowd-polyline 
      "inputImageProperties": { 
        "height": 1254, 
        "width": 2048 
      }, 
      "polylines": [ 
        { 
          "label": "sideline", 
          "vertices": [ 
            { 
              "x": 651, 
              "y": 498 
            }, 
            { 
              "x": 862, 
              "y": 869 
            }, 
            { 
              "x": 1449, 
              "y": 611 
            } 
          ] 
        }, 
        { 
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          "label": "yardline", 
          "vertices": [ 
            { 
              "x": 1148, 
              "y": 322 
            }, 
            { 
              "x": 1705, 
              "y": 474 
            }, 
            , 
            { 
              "x": 1755, 
              "y": 474 
            } 
          ] 
        } 
      ] 
    } 
  }

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-radio-button

Um botão que pode ser marcado ou desmarcado. Quando os botões de opção estão dentro de um 
grupo de opção, exatamente um deles no grupo pode ser marcado a qualquer momento. Veja a 
seguir um exemplo de como configurar um elemento crowd-radio-button dentro de um elemento
crowd-radio-group.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo da sintaxe que você pode usar com o elemento <crowd-radio-
button>. Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo 
em qualquer navegador para visualizar e interagir com este modelo.
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<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form>
<crowd-radio-group> 
    <crowd-radio-button name="tech" value="tech">Technology</crowd-radio-button> 
    <crowd-radio-button name="politics" value="politics">Politics</crowd-radio-button>
</crowd-radio-group>
</crowd-form>

O exemplo anterior pode ser visto em um modelo de tarefa de operador personalizado neste 
exemplo do GitHub: modelo personalizado de trabalho de rotulagem de reconhecimento de entidade.

Os botões de opção Crowd HTML Element não suportam a tag HTML required. Para tornar 
necessária a seleção de botões de rádio, use elementos <input type="radio"> para criar 
botões de rádio e adicionar a tag required. O atributo name de todos os elementos <input> que 
pertencem ao mesmo grupo de botões de opção deve ser o mesmo. Por exemplo, o modelo a seguir 
exige que o usuário selecione um botão de rádio no grupo animal-type antes de enviar.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <p>Select an animal type:</p>
<img src="https://images.unsplash.com/photo-1537151608828-ea2b11777ee8?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1539&q=80" 
 style="height: 500; width: 400;"/>
<br><br>
<div> 
  <input type="radio" id="cat" name="animal-type" value="cat" required> 
  <label for="cat">Cat</label>
</div>
<div> 
  <input type="radio" id="dog" name="animal-type" value="dog"> 
  <label for="dog">Dog</label>
</div>
<div> 
  <input type="radio" id="unknown" name="animal-type" value="unknown"> 
  <label for="unknown">Unknown</label>
</div> 
    <full-instructions header="Classification Instructions"> 
      <p>Read the task carefully and inspect the image.</p> 
      <p>Choose the appropriate label that best suits the image.</p> 
    </full-instructions> 
    <short-instructions> 
      <p>Read the task carefully and inspect the image.</p> 
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      <p>Choose the appropriate label that best suits the image.</p> 
    </short-instructions>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

checked

Uma operação booliana que, se presente, exibe o botão de opção como marcado.

disabled

Uma operação booliana que, se presente, exibe o botão como desabilitado e impede que ele seja 
marcado.

name

Uma string usada para identificar a resposta enviada pelo trabalhador. Esse valor corresponderá a 
uma chave no objeto JSON que especifica a resposta.

Note

Se você usar os botões fora de um elemento crowd-radio-group, mas com a mesma string
name e diferentes strings value, o objeto name na saída conterá um valor booliano para 
cada string value. Para garantir que apenas um botão em um grupo de botões seja 
selecionado, torne-os filhos de um elemento crowd-radio-group e use diferentes valores de 
nome.

value

Um nome de propriedade para o valor booleano do elemento. Se não for especificado, ele usará "on" 
como padrão, por exemplo, { "<name>": { "<value>": <true or false> } }.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-radio-group

• Elementos filho: nenhum
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Resultado

Gera um objeto com o seguinte padrão: { "<name>": { "<value>": <true or false> } }. 
Se você usar os botões fora de um elemento crowd-radio-group, mas com a mesma string name e 
diferentes strings value, o objeto de nome conterá um valor booliano para cada string value. Para 
garantir que apenas um em um grupo de botões seja selecionado, torne-os filhos de um elemento
crowd-radio-group e use diferentes valores de nome.

Example Exemplo de saída desse elemento

[ 
  { 
    "btn1": { 
      "yes": true 
    }, 
    "btn2": { 
      "no": false 
    } 
  }
]

Consulte também

Para obter mais informações, consulte.

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-radio-group

Um grupo de botões de opções. Apenas um botão de opção no grupo pode ser selecionado. A 
escolha de um botão de opção apaga qualquer botão de opção escolhido anteriormente no mesmo 
grupo. Para obter um exemplo de um modelo de interface do usuário personalizado que usa o 
elemento crowd-radio-group, consulte este modelo personalizado de trabalho de rotulagem de 
reconhecimento de entidade.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Elementos HTML do SageMaker Crowd 1977

https://github.com/aws-samples/amazon-sagemaker-ground-truth-task-uis/blob/master/text/named-entity-recognition-with-additional-classification.liquid.html
https://github.com/aws-samples/amazon-sagemaker-ground-truth-task-uis/blob/master/text/named-entity-recognition-with-additional-classification.liquid.html
https://codepen.io/sagemaker_crowd_html_elements/pen/KKawjPJ


Amazon SageMaker Guia do Desenvolvedor

Veja a seguir um exemplo da sintaxe que você pode usar com o elemento <crowd-radio-group>. 
Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em 
qualquer navegador para visualizar e interagir com este modelo.

  
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<style> 
 body { 
  padding-left: 20px; 
  margin-bottom: 20px; 
 } 
 #outer-container { 
     display: flex; 
     justify-content: space-around; 
     max-width: 900px; 
     margin-left: 100px; 
 } 
 .left-container { 
     margin-right: auto; 
     padding-right: 50px; 
 } 
 .right-container { 
     margin-left: auto; 
     padding-left: 50px; 
 } 
 #vertical-separator { 
     border: solid 1px #d5dbdb; 
 }
</style>

<crowd-form> 
    <div> 
        <h1>Instructions</h1> 
 Lorem ipsum... 
    </div> 
    <div> 
        <h2>Background</h2> 
     <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua. Ut enim ad minim veniam, quis nostrud 
 exercitation ullamco laboris nisi ut aliquip ex ea commodo consequat.</p> 
    </div> 
    <div id="outer-container"> 
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 <span class="left-container"> 
     <h2>Option 1</h2> 
     <p>Nulla facilisi morbi tempus iaculis urna. Orci dapibus ultrices in iaculis nunc 
 sed augue lacus.</p> 
 </span> 
 <span id="vertical-separator"></span> 
 <span class="right-container"> 
     <h2>Option 2</h2> 
     <p>Ultrices vitae auctor eu augue ut. Pellentesque massa placerat duis ultricies 
 lacus sed turpis tincidunt id.</p> 
 </span> 
    </div> 
    <div> 
        <h2>Question</h2> 
     <p>Which do you agree with?</p> 
 <crowd-radio-group> 
     <crowd-radio-button name="option1" value="Option 1">Option 1</crowd-radio-button> 
     <crowd-radio-button name="option2" value="Option 2">Option 2</crowd-radio-button> 
 </crowd-radio-group> 

     <p>Why did you choose this answer?</p> 
 <crowd-text-area name="explanation" placeholder="Explain how you reached your 
 conclusion..."></crowd-text-area> 
    </div>
</crowd-form>

Atributos

Nenhum atributo especial é compatível com esse elemento.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: crowd-radio-button

Resultado

Gera uma matriz de objetos representando os elementos crowd-radio-button dentro dela.
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Example Amostra de saída do elemento

[ 
  { 
    "btn1": { 
      "yes": true 
    }, 
    "btn2": { 
      "no": false 
    } 
  }
]

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-semantic-segmentation

Um widget para segmentar uma imagem e atribuir um rótulo a cada segmento de imagem.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-semantic-
segmentation>. Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o 
arquivo em qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-semantic-segmentation 
    name="annotatedResult" 
    src="{{ task.input.taskObject | grant_read_access }}" 
    header="Please label each of the requested objects in this image" 
    labels="['Cat', 'Dog', 'Bird']" 
  > 
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    <full-instructions header="Segmentation Instructions"> 
      <ol> 
          <li><strong>Read</strong> the task carefully and inspect the image.</li> 
          <li><strong>Read</strong> the options and review the examples provided to 
 understand more about the labels.</li> 
          <li><strong>Choose</strong> the appropriate label that best suits the 
 image.</li> 
      </ol> 
    </full-instructions> 

    <short-instructions> 
      <p>Use the tools to label the requested items in the image</p> 
    </short-instructions> 
  </crowd-semantic-segmentation>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

O texto a ser exibido acima da imagem. Isso é tipicamente uma pergunta ou uma instrução simples 
para o trabalhador.

initial-value

Um objeto JSON contendo os mapeamentos de cores de uma tarefa de segmentação semântica 
anterior e um link para a saída da imagem de sobreposição pela tarefa anterior. Inclua isso quando 
quiser que um operador humano verifique os resultados de uma tarefa de rotulagem anterior e 
ajuste-o, se necessário.

O atributo seria semelhante ao seguinte:

  initial-value='{ 
    "labelMappings": { 
        "Bird": { 
          "color": "#ff7f0e" 
        }, 
        "Cat": { 
          "color": "#2ca02c" 
        }, 
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        "Cow": { 
          "color": "#d62728" 
        }, 
        "Dog": { 
          "color": "#1f77b4" 
        } 
      }, 
    "src": {{ "S3 file URL for image" | grant_read_access }} 
  }'

Ao usar os tipos de tarefas integrados do Ground Truth com consolidação de anotações (em que 
mais de um operador rotula uma única imagem), os mapeamentos de rótulos são incluídos nos 
registros de saída individuais do operador, no entanto, o resultado geral é representado como
internal-color-map nos resultados consolidados.

É possível converter o internal-color-map para label-mappings em um modelo 
personalizado usando a linguagem de modelagem Liquid:

initial-value="{ 
  'src' : '{{ task.input.manifestLine.label-attribute-name-from-prior-job| 
 grant_read_access }}', 
  'labelMappings': { 
     {% for box in task.input.manifestLine.label-attribute-name-from-prior-job-
metadata.internal-color-map %} 
       {% if box[1]['class-name'] != 'BACKGROUND' %} 
         {{ box[1]['class-name'] | to_json }}: { 
           'color': {{ box[1]['hex-color'] | to_json }} 
         }, 
       {% endif %}  
     {% endfor %} 
   }  
}"

rótulos

Uma matriz de strings formatadas em JSON, cada uma das quais é um rótulo que um trabalhador 
pode atribuir a um segmento da imagem.

name

O nome deste widget. Ela é usada como uma chave para a entrada do widget na saída do formulário.
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src

O URL da imagem que deve ser segmentada.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: full-instructions, short-instructions

Regiões

As seguintes regiões têm suporte por esse elemento.

full-instructions

Instruções gerais sobre como fazer a segmentação de imagens.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Resultado

A seguinte saída tem suporte por este elemento.

labeledImage

Um Objeto JSON contendo um PNG codificado em Base64 dos rótulos.

labelMappings

Um Objeto JSON contendo objetos com nomes com os rótulos de segmentação.

• cor: o valor hexadecimal da cor RGB do rótulo no PNG labeledImage.

initialValueModified

Um booliano representando se os valores iniciais foram modificados. Isso será incluído somente 
quando a saída for de uma tarefa de ajuste.
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inputImageProperties

Um objeto JSON que especifica as dimensões da imagem que está sendo anotada pelo trabalhador. 
Esse objeto contém as seguintes propriedades.

• altura: a altura, em pixels, da imagem.

• largura: a largura, em pixels, da imagem.

Example : Saídas do elemento de amostra

Veja a seguir uma amostra da saída desse elemento.

[ 
  { 
    "annotatedResult": { 
      "inputImageProperties": { 
        "height": 533, 
        "width": 800 
      }, 
      "labelMappings": { 
        "<Label 2>": { 
          "color": "#ff7f0e" 
        }, 
        "<label 3>": { 
          "color": "#2ca02c" 
        }, 
        "<label 1>": { 
          "color": "#1f77b4" 
        } 
      }, 
      "labeledImage": { 
        "pngImageData": "<Base-64 Encoded Data>" 
      } 
    } 
  }
]

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados
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• Referência do Crowd HTML Elements

crowd-slider

Uma barra com um botão deslizante que permite que um trabalhador selecione um valor de 
um intervalo de valores movendo o botão. O controle deslizante faz dele uma ótima opção para 
configurações que refletem níveis de intensidade, como volume, brilho ou saturação de cores.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo de pesquisa que usa o elemento <crowd-slider>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form>
<crowd-instructions link-text="View instructions" link-type="button"> 
  <short-summary> 
    <p>Provide a brief instruction here</p> 
  </short-summary> 

  <detailed-instructions> 
    <h3>Provide more detailed instructions here</h3> 
    <p>Include additional information</p> 
  </detailed-instructions> 

  <positive-example> 
    <p>Provide an example of a good answer here</p> 
    <p>Explain why it's a good answer</p> 
  </positive-example> 

  <negative-example> 
    <p>Provide an example of a bad answer here</p> 
    <p>Explain why it's a bad answer</p> 
  </negative-example>
</crowd-instructions>

<div> 
  <p>What is your favorite color for a bird?</p> 
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  <crowd-input name="favoriteColor" placeholder="example: pink" required></crowd-input>
</div>

<div> 
  <p>Check this box if you like birds</p> 
  <crowd-checkbox name="likeBirds" checked="true" required></crowd-checkbox>
</div>

<div> 
  <p>On a scale of 1-10, how much do you like birds?</p> 
  <crowd-slider name="howMuch" min="1" max="10" step="1" pin="true" required></crowd-
slider>
</div>

<div> 
  <p>Write a short essay describing your favorite bird</p> 
  <crowd-text-area name="essay" rows="4" placeholder="Lorem ipsum..." required></crowd-
text-area>
</div>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

disabled

Uma operação booliana que, se presente, exibe o controle deslizante como desabilitado.

editable

Uma operação booliana que, se presente, exibe um botão para cima/para baixo que pode ser 
escolhida para selecionar o valor.

Selecionar o valor com o botão para cima/para baixo é uma alternativa para selecionar o valor 
movendo o botão no controle deslizante. O botão no controle deslizante se moverá sincronicamente 
com as opções de botão para cima/para baixo.

max

Um número que especifica o valor máximo no controle deslizante.
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min

Um número que especifica o valor mínimo no controle deslizante.

name

Uma string usada para identificar a resposta enviada pelo trabalhador. Esse valor corresponderá a 
uma chave no objeto JSON que especifica a resposta.

pin

Uma operação booliana que, se presente, exibe o valor atual acima do botão à medida que o botão é 
movido.

obrigatório

Uma operação booliana que, se presente, exige que o trabalhador forneça uma entrada.

secondary-progress

Quando usado com um atributo CSS crowd-slider-secondary-color, a barra de andamento 
é colorida para o ponto representado pelo secondary-progress. Por exemplo, se isso 
representasse o progresso em um streaming de vídeo, o value representaria onde o visualizador 
estava na linha de tempo do vídeo. O valor secondary-progress representaria o ponto na linha 
do tempo em que o buffer do vídeo foi iniciado.

etapa

Um número que especifica a diferença entre valores selecionáveis no controle deslizante.

value

Uma predefinição que se tornará o padrão se o trabalhador não fornecer entrada.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:
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• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-tab

Um componente estilizado para se parecer com uma aba com informações abaixo.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo que usa o elemento <crowd-tab>. Copie o código a 
seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer navegador para 
visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-tabs> 
    <crowd-tab header="Tab 1"> 
      <h2>Image</h2> 

      <img 
        src="https://images.unsplash.com/photo-1478382188900-5bb598fe27d3?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1351&q=80" 
        style="max-width: 40%" 
      > 

      <h2>Text</h2> 
      <p> 
      Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua. 
      </p> 
      <p> 
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas 
 sed sed risus. 
      </p> 
    </crowd-tab> 

    <crowd-tab header="Tab 2"> 
      <h2>Description</h2> 
      <p> 
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      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas 
 sed sed risus. 
      </p> 
    </crowd-tab> 

    <crowd-tab header="Tab 3"> 
      <div style="width: 40%; display: inline-block"> 
        <img 
          src="https://images.unsplash.com/photo-1472747459646-91fd6f13995f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1350&q=80" 
          style="max-width: 80%" 
        > 
        <crowd-input label="Input inside tab" name="inputInsideTab"></crowd-input> 
        <input type="checkbox" name="checkbox" value="foo">Foo 
        <input type="checkbox" name="checkbox" value="bar">Bar 
        <crowd-button>Some button</crowd-button> 
      </div> 

      <div style="width: 40%; display: inline-block; vertical-align: top"> 
        Lorem ipsum dolor sit amet, lorem a wisi nibh, in pulvinar, consequat praesent 
 vestibulum tellus ante felis auctor, vitae lobortis dictumst mauris.  
        Pellentesque nulla ipsum ante quisque quam augue.  
        Class lacus id euismod, blandit tempor mauris quisque tortor mauris, 
 urna gravida nullam pede libero, ut suscipit orci faucibus lacus varius ornare, 
 pellentesque ipsum.  
        At etiam suspendisse est elementum luctus netus, vel sem nulla sodales, potenti 
 magna enim ipsum diam tortor rutrum,  
        quam donec massa elit ac, nam adipiscing sed at leo ipsum consectetuer. 
 Ac turpis amet wisi, porttitor sint lacus ante, turpis accusantium, ac maecenas 
 deleniti,  
        nisl leo sem integer ac dignissim. Lobortis etiam luctus lectus odio auctor. 
 Justo vitae, felis integer id, bibendum accumsan turpis eu est mus eros, ante id 
 eros.  
      </div> 
    </crowd-tab> 

  </crowd-tabs> 

  <crowd-input label="Input outside tabs" name="inputOutsideTab"></crowd-input> 

  <short-instructions> 
    <p>Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus 
 egestas sed sed risus.</p>
</short-instructions>
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<full-instructions header="Classification Instructions"> 
    <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua.</p> 
    <p> Tempus egestas sed sed risus.</p>
</full-instructions>

</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

O texto que aparece na aba. Isso geralmente é um nome descritivo curto, indicando as informações 
contidas abaixo da aba.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-tabs

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-tabs

Um contêiner para informações com abas.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Elementos HTML do SageMaker Crowd 1990

https://codepen.io/sagemaker_crowd_html_elements/pen/ZELYdWz


Amazon SageMaker Guia do Desenvolvedor

Veja a seguir um exemplo de um modelo que usa o elemento <crowd-tabs>. Copie o código a 
seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer navegador para 
visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <crowd-tabs> 
    <crowd-tab header="Tab 1"> 
      <h2>Image</h2> 

      <img 
        src="https://images.unsplash.com/photo-1478382188900-5bb598fe27d3?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1351&q=80" 
        style="max-width: 40%" 
      > 

      <h2>Text</h2> 
      <p> 
      Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua. 
      </p> 
      <p> 
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas 
 sed sed risus. 
      </p> 
    </crowd-tab> 

    <crowd-tab header="Tab 2"> 
      <h2>Description</h2> 
      <p> 
      Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus egestas 
 sed sed risus. 
      </p> 
    </crowd-tab> 

    <crowd-tab header="Tab 3"> 
      <div style="width: 40%; display: inline-block"> 
        <img 
          src="https://images.unsplash.com/photo-1472747459646-91fd6f13995f?
ixlib=rb-1.2.1&ixid=eyJhcHBfaWQiOjEyMDd9&auto=format&fit=crop&w=1350&q=80" 
          style="max-width: 80%" 
        > 
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        <crowd-input label="Input inside tab" name="inputInsideTab"></crowd-input> 
        <input type="checkbox" name="checkbox" value="foo">Foo 
        <input type="checkbox" name="checkbox" value="bar">Bar 
        <crowd-button>Some button</crowd-button> 
      </div> 

      <div style="width: 40%; display: inline-block; vertical-align: top"> 
        Lorem ipsum dolor sit amet, lorem a wisi nibh, in pulvinar, consequat praesent 
 vestibulum tellus ante felis auctor, vitae lobortis dictumst mauris.  
        Pellentesque nulla ipsum ante quisque quam augue.  
        Class lacus id euismod, blandit tempor mauris quisque tortor mauris, 
 urna gravida nullam pede libero, ut suscipit orci faucibus lacus varius ornare, 
 pellentesque ipsum.  
        At etiam suspendisse est elementum luctus netus, vel sem nulla sodales, potenti 
 magna enim ipsum diam tortor rutrum,  
        quam donec massa elit ac, nam adipiscing sed at leo ipsum consectetuer. 
 Ac turpis amet wisi, porttitor sint lacus ante, turpis accusantium, ac maecenas 
 deleniti,  
        nisl leo sem integer ac dignissim. Lobortis etiam luctus lectus odio auctor. 
 Justo vitae, felis integer id, bibendum accumsan turpis eu est mus eros, ante id 
 eros.  
      </div> 
    </crowd-tab> 

  </crowd-tabs> 

  <crowd-input label="Input outside tabs" name="inputOutsideTab"></crowd-input> 

  <short-instructions> 
    <p>Sed risus ultricies tristique nulla aliquet enim tortor at auctor. Tempus 
 egestas sed sed risus.</p>
</short-instructions>

<full-instructions header="Classification Instructions"> 
    <p>Lorem ipsum dolor sit amet, consectetur adipiscing elit, sed do eiusmod tempor 
 incididunt ut labore et dolore magna aliqua.</p> 
    <p> Tempus egestas sed sed risus.</p>
</full-instructions>

</crowd-form>

Atributos

Esse elemento não possui atributos.
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Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: crowd-tab

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-text-area

Um campo para entrada de texto.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid projetado para transcrever clipes de áudio que 
usam o elemento <crowd-text-area>. Copie o código a seguir e salve-o em um arquivo com a 
extensão .html. Abra o arquivo em qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <audio controls> 
      <source src="{{ task.input.taskObject | grant_read_access }}" type="audio/mpeg"> 
      Your browser does not support the audio element. 
  </audio> 
  <h3>Instructions</h3> 
  <p>Transcribe the audio</p> 
  <p>Ignore "umms", "hmms", "uhs" and other non-textual phrases</p> 
  <crowd-text-area name="transcription" rows="4"></crowd-text-area>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

Elementos HTML do SageMaker Crowd 1993

https://codepen.io/sagemaker_crowd_html_elements/pen/ZELYdOz


Amazon SageMaker Guia do Desenvolvedor

allowed-pattern

Uma expressão regular usada com o atributo auto-validate para ignorar caracteres não 
correspondentes como os tipos de trabalho.

auto-focus

Uma operação booliana que, se presente, colocará o cursor nesse elemento em carga para que os 
usuários possam começar imediatamente a digitar sem precisar clicar dentro do elemento.

auto-validate

Uma operação booliana que, se presente, ativa a validação de entrada. O comportamento do 
validador pode ser modificado pelos error-message e allowed-pattern.

char-counter

Uma operação booliana que, se presente, colocará um pequeno campo de texto abaixo do canto 
inferior direito do elemento, exibindo o número de caracteres dentro desse elemento.

disabled

Uma operação booliana que, se presente, exibe a área de entrada como desabilitada.

error-message

O texto a ser exibido abaixo do campo de entrada, no lado esquerdo, se a validação falhar.

label

Uma string que é exibida dentro de um campo de texto.

Esse texto se encolhe e se eleva acima de um campo de texto quando o trabalhador começa a 
digitar no campo ou quando o atributo value está definido.

max-length

Um inteiro que especifica o número máximo de caracteres permitidos pelo elemento. Caracteres 
digitados ou colados além do máximo serão ignorados.

max-rows

Um inteiro que especifica o número máximo de linhas de texto permitidas dentro de crowd-text-area. 
Normalmente, o elemento se expande para acomodar novas linhas. Se isso for definido, depois que 
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o número de linhas exceder esse limite, o conteúdo rolará para cima fora da vista, e um controle da 
barra de rolagem será exibido.

name

Uma string usada para representar os dados do elemento na saída.

espaço reservado

Uma string apresentada ao usuário como texto de espaço reservado. Ela desaparece depois que o 
usuário coloca algo na área de entrada.

rows

Um inteiro que especifica a altura do elemento em linhas de texto.

value

Uma predefinição que se tornará o padrão se o trabalhador não fornecer entrada. A predefinição 
aparece em um campo de texto.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Resultado

Esse elemento produz o name como um nome de propriedade e o conteúdo do texto do elemento 
como o valor. Os retornos de carro no texto são representados como \n.

Example Exemplo de saída desse elemento

[ 
  { 
    "textInput1": "This is the text; the text that\nmakes the crowd go wild." 
  }
]
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Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-toast

Uma notificação sutil que aparece temporariamente na tela. Apenas um crowd-toast é visível.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

Veja a seguir um exemplo de um modelo do Liquid que usa o elemento <crowd-toast>. Copie 
o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo em qualquer 
navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <p>Find the official website for: <strong>{{ task.input.company }}</strong></p> 
  <p>Do not give Yelp pages, LinkedIn pages, etc.</p> 
  <p>Include the http:// prefix from the website</p> 
  <crowd-input name="website" placeholder="http://example.com"></crowd-input> 

  <crowd-toast duration="10000" opened> 
    This is a message that you want users to see when opening the template. This 
 message will disappear in 10 seconds.  
   </crowd-toast>

</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

duration

Um número que especifica a duração, em milissegundos, da exibição da notificação na tela.
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text

O texto a ser exibido na notificação.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form

• Elementos filho: nenhum

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

crowd-toggle-button

Um botão que atua como um interruptor ON/OFF, alternando um estado.

Veja um exemplo interativo de um modelo HTML que usa esse elemento HTML do Crowd no
CodePen.

O exemplo a seguir mostra diferentes maneiras de usar o elemento HTML <crowd-toggle-
button>. Copie o código a seguir e salve-o em um arquivo com a extensão .html. Abra o arquivo 
em qualquer navegador para visualizar e interagir com este modelo.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
  <!--Toggle button without value--> 
  <crowd-toggle-button name="toggleButtonWithoutValue"></crowd-toggle-button> 

  <!--Toggle button with value--> 
  <crowd-toggle-button name="toggleButtonWithValue" value="someValue"></crowd-toggle-
button> 

  <!--Toggle button disabled--> 
  <crowd-toggle-button name="toggleButtonDisabled" disabled></crowd-toggle-button> 
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  <!--Toggle button marked invalid--> 
  <crowd-toggle-button name="toggleButtonInvalid" invalid></crowd-toggle-button> 

  <!--Toggle button marked required--> 
  <crowd-toggle-button name="toggleButtonRequired" required></crowd-toggle-button>
</crowd-form>

Atributos

Os seguintes atributos têm suporte por esse elemento.

checked

Uma operação booliana que, se presente, exibe o botão comutado para a posição ON.

disabled

Uma operação booliana que, se presente, exibe o botão como desabilitado e impede a alternância.

invalid

Quando em uma posição desativada, um botão usando esse atributo será exibido em uma cor de 
alerta. O padrão é vermelho, mas pode ser alterado no CSS. Quando ativado, o botão será exibido 
na mesma cor dos outros botões na posição ativado.

name

Uma string usada para identificar a resposta enviada pelo trabalhador. Esse valor corresponde a uma 
chave no objeto JSON que especifica a resposta.

obrigatório

Uma operação booliana que, se presente, exige que o trabalhador forneça uma entrada.

value

Um valor usado na saída como o nome da propriedade para o estado booliano do elemento. O 
padrão é "on" se não for fornecido.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai: crowd-form
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• Elementos filho: nenhum

Resultado

Esse elemento produz o name como o nome de um objeto, contendo o value como um nome de 
propriedade e o estado do elemento como valor booliano para a propriedade. Se nenhum valor para 
o elemento for especificado, o nome da propriedade será padronizado como "on".

Example Exemplo de saída desse elemento

[ 
  { 
    "theToggler": { 
      "on": true 
    } 
  }
]

Consulte também

Para obter mais informações, consulte:

• Usar o Amazon SageMaker Ground Truth para rotular dados

• Referência do Crowd HTML Elements

Elementos HTML do Augmented AI Crowd

Os Elementos HTML do Crowd a seguir estão disponíveis apenas para tarefas de fluxo de trabalho 
humano da Amazon Augmented AI.

Tópicos

• crowd-textract-analyze-document

• crowd-rekognition-detect-moderation-labels

crowd-textract-analyze-document

Um widget para ativar a revisão humana de um resultado de análise de documentos do Amazon 
Textract.
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Atributos

Os seguintes atributos têm suporte por esse elemento.

header

Esse é o texto que é exibido como o cabeçalho.

src

Esse é um link para a imagem a ser analisada pelo operador.

initialValue

Isso define valores iniciais para atributos encontrados na interface do usuário do operador.

Veja a seguir um exemplo de uma entrada de initialValue:

[ 
            { 
                "blockType": "KEY_VALUE_SET", 
                "confidence": 38.43309020996094, 
                "geometry": { 
                    "boundingBox": { 
                        "width": 0.32613086700439453, 
                        "weight": 0.0942094624042511, 
                        "left": 0.4833833575248718, 
                        "top": 0.5227988958358765
                    }, 
                    "polygon": [ 
                        {"x": 0.123, "y": 0.345}, ... 
                    ] 
                } 
                "id": "8c97b240-0969-4678-834a-646c95da9cf4", 
                "relationships": [ 
                    { 
                        "type": "CHILD", 
                        "ids": [ 
                            "7ee7b7da-ee1b-428d-a567-55a3e3affa56", 
                            "4d6da730-ba43-467c-a9a5-c6137ba0c472" 
                        ] 
                    }, 
                    { 
                        "type": "VALUE", 
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                        "ids": [ 
                            "6ee7b7da-ee1b-428d-a567-55a3e3affa54" 
                        ] 
                    } 
                ], 
                "entityTypes": [ 
                    "KEY" 
                ], 
                "text": "Foo bar" 
            },
]

blockTypes

Isso determina o tipo de análise que os operadores podem fazer. No momento, somente
KEY_VALUE_SET é compatível.

keys

Isso especifica novas chaves e o valor de texto associado que o operador pode adicionar. Os valores 
de entrada para keys podem incluir os seguintes elementos:

• importantFormKey aceita strings, e é usado para especificar uma única chave.

• importantFormKeyAliases pode ser usado para especificar aliases que são alternativas 
aceitáveis para as chaves fornecidas. Use esse elemento para identificar ortografias alternativas 
ou apresentações das chaves. Esse parâmetro aceita uma lista de uma ou mais strings.

Veja a seguir um exemplo de uma entrada para keys.

[ 
      { 
        importantFormKey: 'Address', 
        importantFormKeyAliases: [ 
          'address', 
          'Addr.', 
          'Add.', 
        ] 
      }, 
      { 
        importantFormKey: 'Last name', 
        importantFormKeyAliases: ['Surname'] 
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      }
]

no-key-edit

Isso impede que os operadores editem as chaves de anotações transmitidas por initialValue. 
Isso impede que os operadores editem as chaves que foram detectadas nos documentos. Isso é 
obrigatório.

no-geometry-edit

Isso impede que os operadores editem os polígonos de anotações transmitidas pelo
initialValue. Por exemplo, isso impediria que o operador editasse a caixa delimitadora em torno 
de determinada chave. Isso é obrigatório.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai - formulário de público

• Elementos filho: full-instructions, short-instructions

Regiões

As seguintes regiões têm suporte por esse elemento. É possível usar código HTML e CSS 
personalizado nessas regiões para formatar as instruções para os operadores. Por exemplo, use a 
seção short-instructions para fornecer exemplos bons e ruins de como concluir uma tarefa.

full-instructions

Instruções gerais sobre como trabalhar com o widget.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Exemplo de um modelo do operador usando o elemento de público

Um exemplo de um modelo do operador usando esse elemento de público seria semelhante ao 
seguinte.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
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{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-textract-analyze-document 
    src="{{ s3_uri | grant_read_access }}" 
    initial-value="{{ task.input.selectedAiServiceResponse.blocks }}" 
    header="Review the key-value pairs listed on the right and correct them if they 
 don't match the following document." 
    no-key-edit 
    no-geometry-edit 
    keys="{{ task.input.humanLoopContext.importantFormKeys }}" 
    block-types="['KEY_VALUE_SET']" 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
        .instructionsImage { 
          display: inline-block; 
          max-width: 100%; 
        } 
      </style> 
      <p class='instructions'>Click on a key-value block to highlight the corresponding 
 key-value pair in the document.

If it is a valid key-value pair, review the content for the value. If the content is 
 incorrect, correct it.

The text of the value is incorrect, correct it.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/
correct-value-text.png" />

A wrong value is identified, correct it.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/
correct-value.png" />

If it is not a valid key-value relationship, choose No.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/not-a-
key-value-pair.png" />

If you can’t find the key in the document, choose Key not found.
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<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/key-is-
not-found.png" />

If the content of a field is empty, choose Value is blank.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/value-
is-blank.png" />

<b>Examples</b>
Key and value are often displayed next or below to each other.

Key and value displayed in one line.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/sample-
key-value-pair-1.png" />

Key and value displayed in two lines.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/sample-
key-value-pair-2.png" />

If the content of the value has multiple lines, enter all the text without line break. 
 Include all value text even if it extends beyond the highlight box.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/
multiple-lines.png" /></p> 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-textract-analyze-document>
</crowd-form>

Resultado

Veja a seguir uma amostra da saída desse elemento. Você pode encontrar uma explicação 
detalhada desse resultado na documentação da API Amazon Textract AnalyzeDocument.

{ 
  "AWS/Textract/AnalyzeDocument/Forms/V1": { 
    blocks: [ 
      { 
        "blockType": "KEY_VALUE_SET", 
        "id": "8c97b240-0969-4678-834a-646c95da9cf4", 
        "relationships": [ 
          { 
            "type": "CHILD", 
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            "ids": ["7ee7b7da-ee1b-428d-a567-55a3e3affa56", "4d6da730-ba43-467c-a9a5-
c6137ba0c472"] 
          }, 
          { 
            "type": "VALUE", 
            "ids": ["6ee7b7da-ee1b-428d-a567-55a3e3affa54"] 
          } 
        ], 
        "entityTypes": ["KEY"], 
        "text": "Foo bar baz" 
      } 
    ] 
  }
}

crowd-rekognition-detect-moderation-labels

Um widget para ativar a revisão humana de um resultado de moderação de imagem do Amazon 
Rekognition.

Atributos

Os seguintes atributos têm suporte por esse elemento.

header

Esse é o texto que é exibido como o cabeçalho.

src

Esse é um link para a imagem a ser analisada pelo operador.

categories

Isso oferece suporte a categories como uma matriz de strings ou uma matriz de objetos onde 
cada objeto tem um campo name.

Se as categorias entrarem como objetos, o seguinte se aplica:

• As categorias exibidas são o valor do campo name.

• A resposta retornada contém os objetos completos de todas as categorias selecionadas.

Se as categorias entrarem como strings, o seguinte se aplica:
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• A resposta retornada é uma matriz de todas as strings que foram selecionadas.

exclusion-category

Ao definir este atributo, você cria um botão abaixo das categorias na interface do usuário.

• Quando um usuário seleciona o botão, todas as categorias são desmarcadas e desativadas.

• Selecionar o botão novamente ativa as categorias para que os usuários possam escolhê-las.

• Se você enviar depois de selecionar o botão, ele retornará uma matriz vazia.

Hierarquia de elementos

Esse elemento possui os seguintes elementos pai e filho.

• Elementos pai - formulário de público

• Elementos filho: full-instructions, short-instructions

Regiões da AWS

As regiões da AWS a seguir são compatíveis com esse elemento. É possível usar código HTML e 
CSS personalizado nessas regiões para formatar as instruções aos operadores. Por exemplo, use a 
seção short-instructions para fornecer exemplos bons e ruins de como concluir uma tarefa.

full-instructions

Instruções gerais sobre como trabalhar com o widget.

short-instructions

Instruções importantes específicas da tarefa exibidas em um local de destaque.

Exemplo de modelo do operador com o elemento de público

Um exemplo de um modelo do operador usando o elemento de público seria semelhante ao 
seguinte.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

Elementos HTML do Augmented AI Crowd 2006



Amazon SageMaker Guia do Desenvolvedor

<crowd-form> 
  <crowd-rekognition-detect-moderation-labels 
    categories='[ 
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %} 
        { 
          name: "{{ label.name }}", 
          parentName: "{{ label.parentName }}", 
        }, 
      {% endfor %} 
    ]' 
    src="{{ s3_uri | grant_read_access }}" 
    header="Review the image and choose all applicable categories." 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
      </style> 
      <p class='instructions'>Review the image and choose all applicable categories.
If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Graphic Male Nudity</b>
Visuals depicting full frontal male nudity, often close ups

<b>Graphic Female Nudity</b>
Visuals depicting full frontal female nudity, often close ups

<b>Sexual Activity</b>
Visuals depicting various types of explicit sexual activities and pornography

<b>Illustrated Nudity or Sexual Activity</b>
Visuals depicting animated or drawn sexual activity, nudity or pornography

<b>Adult Toys</b>
Visuals depicting adult toys, often in a marketing context

<b>Female Swimwear or Underwear</b>
Visuals depicting female person wearing only swimwear or underwear

<b>Male Swimwear Or Underwear</b>
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Visuals depicting male person wearing only swimwear or underwear

<b>Partial Nudity</b>
Visuals depicting covered up nudity, for example using hands or pose

<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses, such as deep cut dresses

<b>Graphic Violence or Gore</b>
Visuals depicting prominent blood or bloody injuries

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades

<b>Self Injury</b>
Visuals depicting self-inflicted cutting on the body, typically in distinctive patterns 
 using sharp objects

<b>Emaciated Bodies</b>
Visuals depicting extremely malnourished human bodies

<b>Corpses</b>
Visuals depicting human dead bodies

<b>Hanging</b>
Visuals depicting death by hanging</p> 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>

Resultado

Veja a seguir uma amostra da saída desse elemento. Para obter detalhes sobre essa saída, consulte 
a documentação da API Amazon Rekognition DetectModerationLabels.
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{ 
  "AWS/Rekognition/DetectModerationLabels/Image/V3": { 
    "ModerationLabels": [ 
        { name: 'Gore', parentName: 'Violence' }, 
        { name: 'Corpses', parentName: 'Violence' }, 
    ] 
  }
}

Usando o Amazon Augmented AI para análise humana

Ao usar aplicativos de IA, como Amazon Rekognition, Amazon Textract ou modelos personalizados 
de machine learning (ML), você pode usar o Amazon Augmented AI para obter revisão humana de 
previsões de baixa confiança ou amostras de previsões aleatórias.

O que é o Amazon Augmented AI?

O Amazon Augmented AI (Amazon A2I) é um serviço que leva a revisão humana de previsões de ML 
a todos os desenvolvedores, eliminando o trabalho pesado associado à construção de sistemas de 
revisão humana ou ao gerenciamento de um grande número de revisores humanos.

Muitas aplicações de ML exigem que humanos revisem previsões de baixa confiança para garantir 
que os resultados estejam corretos. Por exemplo, extrair informações de formulários de solicitação 
de hipoteca escaneados pode exigir revisão humana devido a digitalizações de baixa qualidade 
ou caligrafia ruim. Criar sistemas de análise humana pode ser demorado e caro, porque envolve a 
implementação de processos complexos ou fluxos de trabalho, a criação de software personalizado 
para gerenciar tarefas e resultados de análise e, em muitos casos, gerenciar grandes grupos de 
analistas.

O Amazon A2I simplifica a criação e o gerenciamento de avaliações humanas para aplicativos de 
ML. O Amazon A2I fornece fluxos de trabalho integrados de revisão humana para casos de uso 
comuns de ML, como moderação de conteúdo e extração de texto de documentos. Também é 
possível criar seus próprios fluxos de trabalho para modelos de aprendizado de máquina construídos 
no SageMaker ou em qualquer outra ferramenta. Usando o Amazon A2I, é possível permitir que 
revisores humanos entrem em ação quando um modelo não puder fazer uma previsão de alta 
confiança ou auditar suas previsões continuamente.

Exemplos de casos de uso do Amazon A2I

Augmented AI 2009



Amazon SageMaker Guia do Desenvolvedor

Os exemplos a seguir demonstram como você pode usar o Amazon A2I para integrar um ciclo de 
revisão humana em seu aplicativo de ML. Para cada um desses exemplos, você pode encontrar 
um caderno Jupyter que demonstra esse fluxo de trabalho no Casos de uso e exemplos usando o 
Amazon A2I.

• Use o Amazon A2I com o Amazon Textract – Faça com que humanos revisem pares de valores-
chave importantes em documentos de página única ou faça com que o Amazon Textract obtenha 
amostras aleatórias e envie documentos do seu conjunto de dados para revisão humana.

• Use o Amazon A2I com o Amazon Rekognition – Faça com que humanos revisem imagens 
inseguras de conteúdo adulto explícito ou violento se o Amazon Rekognition retornar uma 
pontuação de baixa confiança, ou faça com que o Amazon Rekognition faça amostras aleatórias e 
envie imagens do seu conjunto de dados para humanos para revisão.

• Use o Amazon A2I para revisar inferências de ML em tempo real - Utilize o Amazon A2I para 
revisar inferências em tempo real com baixa confiança feitas por um modelo implantado em um 
endpoint hospedado do SageMaker e treine incrementalmente seu modelo usando os dados de 
saída do Amazon A2I.

• Use o Amazon A2I com o Amazon Comprehend - Faça com que os humanos revisem as 
inferências do Amazon Comprehend sobre dados de texto, como análise de sentimentos, sintaxe 
de texto e detecção de entidades.

• Use o Amazon A2I com o Amazon Transcribe — Faça com que os humanos revisem as 
transcrições de arquivos de vídeo ou áudio do Amazon Transcribe. Use os resultados dos ciclos 
de revisão humana de transcrição para criar um vocabulário personalizado e melhorar transcrições 
futuras de conteúdo semelhante de vídeo ou áudio.

• Use o Amazon A2I com o Amazon Translate - Faça com que os humanos revisem traduções de 
baixa confiança devolvidas pelo Amazon Translate.

• Use o Amazon A2I para revisar dados tabulares - Use o Amazon A2I para integrar um ciclo de 
revisão humana em um aplicativo de ML que usa dados tabulares.
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Tópicos

• Comece a usar o Amazon Augmented AI

• Casos de uso e exemplos usando o Amazon A2I

• Criar um fluxo de trabalho de análise humana

• Excluir um fluxo de trabalho de análise humana

• Criar e iniciar um loop humano

• Excluir um loop humano

• Criar e gerenciar modelos de tarefas de operadores

• Monitorar e gerenciar seu loop humano

• Dados de saída do Amazon A2I

• Permissões e segurança na Amazon Augmented AI

• Usar Amazon CloudWatch Events no Amazon Augmented AI

• Usar APIs no Amazon Augmented AI

Comece a usar o Amazon Augmented AI

Para começar a usar o Amazon Augmented AI, revise Componentes principais do Amazon A2I e Pré-
requisitos para usar a IA Augmented. Em seguida, use a documentação a seguir para aprender a 
usar o console e a API do Amazon A2I.

• Tutorial: Comece a usar o console Amazon A2I
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• Tutorial: Comece a usar a API Amazon A2I

Você também pode começar a usar a API Amazon A2I seguindo um tutorial do caderno Jupyter. 
Consulte Casos de uso e exemplos usando o Amazon A2I para obter uma lista de cadernos e casos 
de uso.

Componentes principais do Amazon A2I

Leia os termos a seguir para se familiarizar com os principais componentes do Amazon A2I.

Tipos de tarefa

O fluxo de trabalho de AI/ML no qual você integra o Amazon A2I define um tipo de tarefa do Amazon 
A2I.

Amazon A2I Support:

• Dois tipos de tarefas incorporadas: extração de pares de valores-chave do Amazon Textract e
moderação de imagens do Amazon Rekognition.

• Um tipo de tarefa personalizado: use um tipo de tarefa personalizado para integrar um ciclo de 
revisão humana em qualquer fluxo de trabalho de machine learning. Você pode usar um tipo 
de tarefa personalizado para integrar o Amazon A2I a outros AWS serviços, como Amazon 
Comprehend, Amazon Transcribe e Amazon Translate, além de seus próprios fluxos de trabalho 
personalizados de machine learning. Para saber mais, consulte Casos de uso e exemplos usando 
o Amazon A2I.

Selecione uma guia na tabela a seguir para ver diagramas que ilustram como o Amazon A2I funciona 
com cada tipo de tarefa. Selecione a página do tipo de tarefa usando os links na lista anterior para 
saber mais sobre esse tipo de tarefa.

Amazon Textract – Key-value pair extraction

Esta imagem mostra o fluxo de trabalho integrado do Amazon A2I com o Amazon Textract. 
À esquerda, estão representados os recursos necessários para criar um fluxo de trabalho de 
revisão humana do Amazon Textract: um bucket do Amazon S3, condições de ativação, um 
modelo de tarefa do trabalhador e uma equipe de trabalho. Esses recursos são usados para criar 
um fluxo de trabalho de revisão humana ou definição de fluxo. Uma seta aponta diretamente para 
a próxima etapa do fluxo de trabalho: usar o Amazon Textract para configurar um loop humano 
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com o fluxo de trabalho de revisão humana. Uma segunda seta aponta diretamente dessa etapa 
para a etapa na qual as condições de ativação especificadas no fluxo de trabalho de revisão 
humana são atendidas. Isso inicia a criação de um loop humano. À direita da imagem, o loop 
humano é representado em três etapas: 1) a interface do usuário e as ferramentas do trabalhador 
são geradas e a tarefa é disponibilizada aos trabalhadores, 2) os trabalhadores revisam os dados 
de entrada e, finalmente, 3) os resultados são salvos no Amazon S3.

Amazon Rekognition – Image moderation

Esta imagem mostra o fluxo de trabalho integrado do Amazon A2I com o Amazon Rekognition. À 
esquerda, os recursos necessários para criar um fluxo de trabalho de revisão humana do Amazon 
Rekognition são mostrados: um bucket do Amazon S3, condições de ativação, um modelo de 
tarefa do trabalhador e uma equipe de trabalho. Esses recursos são usados para criar um fluxo 
de trabalho de revisão humana ou definição de fluxo. Uma seta aponta diretamente para a 
próxima etapa do fluxo de trabalho: usar o Amazon Rekognition para configurar um loop humano 
com o fluxo de trabalho de revisão humana. Uma segunda seta aponta diretamente dessa etapa 
para a etapa na qual as condições de ativação especificadas no fluxo de trabalho de revisão 
humana são atendidas. Isso inicia a criação de um loop humano. À direita da imagem, o loop 
humano é representado em três etapas: 1) a interface do usuário e as ferramentas do trabalhador 
são geradas e a tarefa é disponibilizada aos trabalhadores, 2) os trabalhadores revisam os dados 
de entrada e, finalmente, 3) os resultados são salvos no Amazon S3.
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Custom Task Type

A imagem a seguir mostra o fluxo de trabalho personalizado do Amazon A2I. Um modelo de ML 
personalizado é usado para gerar previsões. O aplicativo cliente filtra essas previsões usando 
critérios definidos pelo usuário e determina se uma revisão humana é necessária. Nesse caso, 
essas previsões são enviadas à Amazon A2I para análise humana. O Amazon A2I coleta os 
resultados da análise humana no Amazon S3, que podem ser acessados pelo aplicativo cliente. 
Se o filtro determinar que nenhuma revisão humana é necessária, as previsões podem ser 
enviadas diretamente ao aplicativo do cliente.
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Fluxo de trabalho de revisão humana (definição de fluxo)

Você usa um fluxo de trabalho de revisão humana para especificar sua equipe de trabalho humana, 
configurar a interface do usuário do operador usando um Modelo de tarefas de operador e fornecer 
informações sobre como os operadores devem concluir a tarefa de revisão.

Para tipos de tarefas integradas, você também usa o fluxo de trabalho de revisão humana 
para identificar as condições sob as quais um loop humano é iniciado. Por exemplo, o Amazon 
Rekognition pode executar moderação de conteúdo de imagem usando machine learning. Você pode 
usar a definição de fluxo para especificar que uma imagem será enviada a um ser humano para 
análise de moderação de conteúdo se a confiança do Amazon Rekognition for muito baixa.

Você pode usar um fluxo de trabalho de revisão humana para criar vários loops humanos.

Você pode criar uma definição de fluxo no console do SageMaker ou com a API do SageMaker. Para 
saber mais sobre essas opções, consulte Criar um fluxo de trabalho de análise humana.

Equipe de trabalho

Uma equipe de trabalho é um grupo de trabalhadores humanos para quem você envia suas tarefas 
de revisão humana.

Ao criar um fluxo de trabalho de revisão humana, você especifica uma única equipe de trabalho.

Sua equipe de trabalho pode vir da força de trabalho da Amazon Mechanical Turk, de uma força de 
trabalho gerenciada pelo fornecedor ou de sua própria força de trabalho privada. Ao usar a força 
de trabalho privada, você pode criar várias equipes de trabalho. Cada equipe de trabalho pode ser 
usada em vários fluxos de trabalho de revisão humana. Para aprender como criar uma força de 
trabalho e equipes de trabalho, consulte Criar e gerenciar forças de trabalho.

Modelo de tarefa de trabalho e UI de tarefa manual

Você usa um modelo de tarefa de trabalho para criar uma interface de usuário de trabalhador (uma
interface de usuário de tarefa humana) para suas tarefas de revisão humana.

A interface da tarefa humana exibe seus dados de entrada, como documentos ou imagens, e 
instruções aos operadores. Ele também fornece ferramentas interativas que o operador usa para 
concluir suas tarefas.

Para tipos de tarefas incorporados, você deve usar o modelo de tarefa de trabalhador Amazon A2I 
fornecido para esse tipo de tarefa.

Comece a usar o Amazon Augmented AI 2015

https://docs.aws.amazon.com/sagemaker/latest/dg/sms-workforce-management-public.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-workforce-management-vendor.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-workforce-management-vendor.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms-workforce-private.html


Amazon SageMaker Guia do Desenvolvedor

Loops humanos

Um loop humano é usado para criar um único trabalho de revisão humana. Para cada trabalho de 
revisão humana, você pode escolher o número de trabalhadores que receberão uma trabalho para 
revisar um único objeto de dados. Por exemplo, se você definir o número de trabalhadores por objeto
3 para um trabalho de rotulagem de classificação de imagens, três trabalhadores classificarão cada 
imagem de entrada. Aumentar o número de trabalhadores por objeto pode melhorar a precisão da 
etiqueta.

Um loop humano é criado usando um fluxo de trabalho de revisão humana da seguinte forma:

• Para tipos de tarefas incorporados, as condições especificadas no fluxo de trabalho de revisão 
humana determinam quando o loop humano é criado.

• As tarefas de revisão humana são enviadas para a equipe de trabalho especificada no fluxo de 
trabalho de revisão humana.

• O modelo de tarefa do trabalhador especificado no fluxo de trabalho de revisão humana é usado 
para renderizar a interface do usuário da tarefa humana.

Quando os loops humanos são criados?

Quando você usa um dos tipos de tarefa integrados, o serviço AWS correspondente cria e inicia um 
loop humano em seu nome quando as condições especificadas no seu fluxo de trabalho de revisão 
humana são atendidas. Por exemplo:

• Ao usar a IA Augmented com o Amazon Textract, você pode integrar o Amazon A2I em uma tarefa 
de revisão de documentos usando a operação de API AnalyzeDocument. Um loop humano é 
criado toda vez que o Amazon Textract retorna inferências sobre pares de valores-chave que 
atendem às condições que você especifica em seu fluxo de trabalho de revisão humana.

• Ao usar a IA Augmented com o Amazon Rekognition, você pode integrar o Amazon A2I em uma 
tarefa de revisão de documentos usando a operação de API DetectModerationLabels. Um 
loop humano é criado toda vez que o Amazon Rekognition retorna inferências sobre o conteúdo 
da imagem que atendem às condições que você especifica em seu fluxo de trabalho de revisão 
humana.

Ao usar um tipo de tarefa personalizado, você inicia um loop humano usando a API Amazon 
Augmented AI Runtime. Quando você chama StartHumanLoop em seu aplicativo personalizado, 
uma tarefa é enviada para analistas humanos.
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Para saber como criar e iniciar um loop humano, consulte Criar e iniciar um loop humano.

Para gerar esses recursos e criar um fluxo de trabalho de análise humana, o Amazon A2I integra 
várias APIs, incluindo o modelo do Runtime do Amazon Augmented AI, as APIs do SageMaker e as 
APIs associadas ao tipo de tarefa. Para saber mais, consulte Usar APIs no Amazon Augmented AI.

Note

A disponibilidade da região da AWS pode ser diferente quando você usa o com outros 
serviços da AWS, como o Amazon Textract. Crie recursos de IA aumentada na mesma 
região da AWS que você usa para interagir com esses serviços AWS. Para obter a 
disponibilidade da região da AWS para todos os serviços, consulte a Tabela de regiões.

Pré-requisitos para usar a IA Augmented

O Amazon A2I usa recursos no IAM, no SageMaker e no Amazon S3 para criar e executar seus 
fluxos de trabalho de análise humana. Você pode criar alguns desses recursos no console Amazon 
A2I ao criar um fluxo de trabalho de revisão humana. Para saber como, consulte Tutorial: Comece a 
usar o console Amazon A2I.

Para usar o Amazon A2I, você precisa dos seguintes recursos:

• Um ou mais buckets do Amazon S3 na mesma região da AWS, conforme o fluxo de trabalho para 
os dados de entrada e de saída. Para criar um bucket, siga as instruções em Criar um bucket no
Guia do usuário do console do Amazon Simple Storage Service.

• Um perfil do IAM com as permissões necessárias para criar um fluxo de trabalho de análise 
humana e um usuário ou função do IAM com permissão para acessar o Augmented AI. Para obter 
mais informações, consulte Permissões e segurança na Amazon Augmented AI.

• Uma força de trabalho pública, privada ou de fornecedor para os fluxos de trabalho de 
análise humana. Se você planeja usar uma força de trabalho privada, precisará configurá-la 
antecipadamente na mesma região da AWS do fluxo de trabalho da Amazon A2I. Para saber mais 
sobre esses tipos de força de trabalho, consulte Criar e gerenciar forças de trabalho.

Important

Para saber mais sobre os programas de conformidade que cobrem o Amazon Augmented 
AI no momento, consulte Serviços no escopo por programa de conformidadeAWS. Se você 

Comece a usar o Amazon Augmented AI 2017

https://aws.amazon.com/about-aws/global-infrastructure/regional-product-services/
https://docs.aws.amazon.com/AmazonS3/latest/user-guide/create-bucket.html
https://aws.amazon.com/compliance/services-in-scope/


Amazon SageMaker Guia do Desenvolvedor

usa o Amazon Augmented AI em conjunto com outros serviços AWS (como o Amazon 
Rekognition e o Amazon Textract), observe que a IA Aumentada da Amazon pode não 
estar no escopo dos mesmos programas de conformidade desses outros serviços. Você 
é responsável pela forma como usa o Amazon Augmented AI, incluindo entender como o 
serviço processa ou armazena os dados do cliente e qualquer impacto na conformidade 
do seu ambiente de dados. Você deve discutir seus objetivos e metas de carga de trabalho 
com sua equipe de contas AWS; eles podem ajudá-lo a avaliar se o serviço é adequado ao 
caso de uso e à arquitetura propostos.

Tutorial: Comece a usar o console Amazon A2I

O tutorial a seguir mostra como começar a usar o Amazon A2I no console do Amazon A2I.

O tutorial oferece a opção de usar a IA aumentada com o Amazon Textract para revisão de 
documentos ou o Amazon Rekognition para análise de conteúdo de imagens.

Pré-requisitos

Para começar a usar o Amazon A2I, preencha os pré-requisitos a seguir.

• Crie um bucket do Amazon S3 na mesma região da AWS que o fluxo de trabalho para seus dados 
de entrada e saída. Por exemplo, se você estiver usando o Amazon A2I com o Amazon Textract 
em us-east-1, crie seu bucket em us-east-1. Para criar um bucket, siga as instruções em Criar um 
bucket no Guia do usuário do console do Amazon Simple Storage Service.

• Faça um dos seguintes procedimentos:

• Se você quiser concluir o tutorial usando o Amazon Textract, baixe este documento de amostra
e coloque-o em seu bucket do Amazon S3.

• Se você quiser concluir o tutorial usando o Amazon Rekognition, baixe este documento de 
amostra e coloque-o em seu bucket do Amazon S3.

Note

O console do Amazon A2I está incorporado ao console do SageMaker.
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Etapa 1: Criar uma equipe de trabalho

Primeiro, crie uma equipe de trabalho no console Amazon A2I e adicione-se como trabalhador para 
que você possa visualizar a tarefa de revisão do trabalhador.

Important

Este tutorial usa uma equipe de trabalho privada. A força de trabalho privada do Amazon A2I 
é configurada na área Ground Truth do console do SageMaker e é compartilhada entre o 
Amazon A2I e o Ground Truth.

Como criar e-mails de operadores de uma força de trabalho privada

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, selecione Etiquetar forças de trabalho em Verdade fundamental.

3. Selecione Private (Privado) e escolha Create private team (Criar equipe privada).

4. Selecione Invite new workers by email (Convidar novos operadores por e-mail).

5. Para este tutorial, insira seu e-mail e quaisquer outros que você queira que possam visualizar a 
interface de usuário da tarefa humana. É possível colar ou digitar uma lista de até 50 endereços 
de e-mail, separados por vírgulas, na caixa de endereços de e-mail.

6. Insira o nome de uma organização e um e-mail de contato.

7. Se preferir, selecione um tópico do Amazon SNS no qual inscrever a equipe para que os 
operadores sejam notificados por e-mail quando novos trabalhos de rotulagem do Ground Truth 
estiverem disponíveis. As notificações do Amazon SNS são suportadas pela Ground Truth e 
não pela Augmented AI. Se você inscrever operadores para receberem notificações do Amazon 
SNS, eles somente receberão notificações sobre trabalhos de rotulagem do Ground Truth. Eles 
não receberão notificações sobre tarefas do Augmented AI.

8. Selecione Create private team (Criar equipe privada).

Se você se adicionar a uma equipe de trabalho privada, receberá um e-mail no-
reply@verificationemail.com com as informações de login. Use o link neste e-mail para 
redefinir sua senha e fazer login no portal do trabalhador. É aqui que suas tarefas de revisão humana 
aparecem quando você cria um loop humano.
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Etapa 2: Criar um fluxo de trabalho de análise humana

Nesta etapa, você cria um fluxo de trabalho de revisão humana. Cada fluxo de trabalho de revisão 
humana é criado para um tipo específico de tarefa. Este tutorial permite que você escolha entre os 
tipos de tarefas incorporados: Amazon Rekognition e Amazon Textract.

Para criar um fluxo de trabalho de análise humana:

1. Abra o console da Augmented AI em https://console.aws.amazon.com/a2i para acessar a página 
de Fluxos de trabalho de análise humana.

2. Selecione Criar fluxo de trabalho de revisão humana.

3. Nas configurações do fluxo de trabalho, insira o nome do fluxo de trabalho, o bucket 
do S3 e o perfil do IAM que você criou para este tutorial, com a política da AWS
AmazonAugmentedAIIntegratedAPIAccess gerenciada anexada.

4. Em Tipo de tarefa, selecione Textract — Extração de pares de valores-chave ou Rekognition — 
Moderação de imagens.

5. Selecione o tipo de tarefa que você escolheu na tabela a seguir para obter instruções sobre esse 
tipo de tarefa.

Amazon Textract – Key-value pair extraction

1. Selecione Acionar uma revisão humana para chaves de formulário específicas com 
base na pontuação de confiança da chave de formulário ou quando chaves de formulário 
específicas estiverem faltando.

2. Para Nome da chave, insira Mail Address.

3. Defina o limite de confiança de identificação entre 0 e. 99

4. Defina o limite de confiança de qualificação entre 0 e. 99

5. Selecione Acionar uma revisão humana para todas as chaves de formulário identificadas 
pelo Amazon Textract com pontuações de confiança em um intervalo específico.

6. Defina o limite de confiança de identificação entre 0 e. 90

7. Defina o limite de confiança de qualificação entre 0 e. 90
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Isso iniciará uma revisão humana se o Amazon Textract retornar uma pontuação de 
confiança 99 menor que Mail Address for e sua chave, ou se retornar uma pontuação de 
confiança 90 menor do que para qualquer par de valores-chave detectado no documento.

A imagem a seguir mostra a extração do formulário Amazon Textract — Condições para 
invocar a seção de revisão humana do console Amazon A2I. Na imagem, as caixas de 
seleção dos dois tipos de acionadores explicados no parágrafo anterior estão marcadas 
e Mail Address usadas como um nome de chave para o primeiro gatilho. O limite de 
confiança de identificação é definido usando pontuações de confiança para pares de 
valores-chave detectados no formulário e é definido entre 0 e 99. O limite de confiança de 
qualificação é definido usando pontuações de confiança para texto contido em chaves e 
valores em um formulário e é definido entre 0 e 99.
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Amazon Rekognition – Image moderation

1. Selecione Acionar a análise humana para rótulos identificados pelo Amazon Rekognition 
com base na pontuação de confiança do rótulo.

2. Defina o limite entre 0 e 98.

Isso iniciará uma análise humana se o Amazon Rekognition retornar uma pontuação de 
confiança menor do que a 98 de um trabalho de moderação de imagens.
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A imagem a seguir mostra como você pode selecionar a avaliação humana do Trigger 
para rótulos identificados pelo Amazon Rekognition com base na opção de pontuação de 
confiança do rótulo e inserir um limite entre 0 e 98 no console Amazon A2I.

6. Em Criação do modelo de tarefa do Worker, selecione Criar a partir de um modelo padrão.

7. Insira um nome de modelo.

8. No campo Descrição da tarefa, insira o seguinte texto:

Read the instructions carefully and complete the task.

9. Em Trabalhadores, selecione Privado.

10. Selecione a equipe privada que você criou.

11. Escolha Create (Criar).

Depois que seu fluxo de trabalho de revisão humana é criado, ele aparece na tabela na página
Fluxos de trabalho de revisão humana. Quando o status forActive, copie e salve o ARN do fluxo de 
trabalho. Você precisa dele para a próxima etapa.

Etapa 3: Iniciar o loop humano

É preciso usar uma operação de API para iniciar um loop humano. Há uma variedade de SDKs de 
linguagem específica que você pode usar para interagir com essas operações de API. Para ver a 
documentação de cada um desses SDKs, consulte a seção Consulte também na documentação da 
API, conforme mostrado na imagem a seguir.
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Para este tutorial, você usará uma das seguintes APIs:

• Se você escolheu o tipo de tarefa Amazon Textract, você usa a operação AnalyzeDocument.

• Se você escolher o tipo de tarefa do Amazon Rekognition, você usa a operação
DetectModerationLabels.

Você pode interagir com essas APIs usando uma instância de caderno SageMaker (recomendada 
para novos usuários) ou o AWS Command Line Interface (AWS CLI). Escolha uma das seguintes 
opções para saber mais sobre essas opções:

• Para saber mais sobre e configurar uma instância de caderno, consulte Instâncias do Amazon 
SageMaker Notebook.

• Para saber mais e começar a usar o AWS CLI, consulte O que é a interface da linha de comando 
AWS? no Guia do usuário do AWS Command Line Interface.
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Selecione seu tipo de tarefa na tabela a seguir para ver exemplos de solicitações para o Amazon 
Textract e o Amazon Rekognition usando o AWS SDK for Python (Boto3).

Amazon Textract – Key-value pair extraction

O exemplo a seguir usa AWS SDK for Python (Boto3) para chamar analyze_document
em us-west-2. Substitua o texto vermelho em itálico por seus recursos. Inclua o parâmetro
DataAttributes se você estiver usando a força de trabalho do Amazon Mechanical Turk. Para 
obter mais informações, consulte a analyze_documentdocumentação na referência da API do 
AWS SDK for Python (Boto).

   response = client.analyze_document( 
         Document={ 
                "S3Object": { 
                    "Bucket": "AWSDOC-EXAMPLE-BUCKET",  
                    "Name": "document-name.pdf" 
                } 
         }, 
         HumanLoopConfig={ 
            "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
            "HumanLoopName":"human-loop-name", 
            "DataAttributes" : { 
                "ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent"] 
            } 
         }, 
         FeatureTypes=["TABLES", "FORMS"])

Amazon Rekognition – Image moderation

O exemplo a seguir usa AWS SDK for Python (Boto3) para chamar
detect_moderation_labels em us-west-2. Substitua o texto vermelho em itálico por 
seus recursos. Inclua o parâmetro DataAttributes se você estiver usando a força de 
trabalho do Amazon Mechanical Turk. Para obter mais informações, consulte a documentação
detect_moderation_labels na referência da API do AWS SDK for Python (Boto).

   response = client.detect_moderation_labels( 
            Image={ 
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                "S3Object":{ 
                    "Bucket": "AWSDOC-EXAMPLE-BUCKET",  
                    "Name": "image-name.png" 
                } 
            }, 
            HumanLoopConfig={ 
               "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
               "HumanLoopName":"human-loop-name", 
               "DataAttributes":{ 
                    ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"] 
                } 
             })

Etapa 4: visualizar o status do loop humano no console

Ao iniciar um loop humano, você pode visualizar seu status no console Amazon A2I.

Para ver o status do seu loop humano

1. Abra o console da Augmented AI em https://console.aws.amazon.com/a2i para acessar a página 
de Fluxos de trabalho de análise humana.

2. Selecione o fluxo de trabalho de revisão humana que você usou para iniciar seu ciclo humano.

3. Na seção Loops humanos, você pode ver seu loop humano. Veja seu status na coluna Status.

Etapa 5: Baixar dados de saída

Seus dados de saída são armazenados no bucket do Amazon S3 que você especificou ao criar um 
fluxo de trabalho de revisão humana.

Para visualizar seus dados de saída do Amazon A2I

1. Abra o console do Amazon S3.

2. Selecione o bucket do Amazon S3 que você especificou ao criar seu fluxo de trabalho de revisão 
humana na etapa 2 deste exemplo.

3. Começando com a pasta que recebeu o nome do seu fluxo de trabalho de revisão humana, 
navegue até os dados de saída selecionando a pasta com a seguinte convenção de 
nomenclatura:
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s3://output-bucket-specified-in-human-review-workflow/human-review-workflow-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json

4. Selecione o output.json e escolha Download.

Tutorial: Comece a usar a API Amazon A2I

Este tutorial explica as operações de API que você pode usar para começar a usar o Amazon A2I.

Para usar um caderno Jupyter para executar essas operações, selecione um caderno Jupyter
Casos de uso e exemplos usando o Amazon A2I e use o Use a instância do SageMaker Notebook 
com o caderno Jupyter do Amazon A2I para aprender a usá-lo em uma instância de caderno do 
SageMaker.

Para saber mais sobre as operações de API que você pode usar com o Amazon A2I, consulte Usar 
APIs no Amazon Augmented AI.

Crie uma equipe de trabalho privada

Você pode criar uma equipe de trabalho privada e se adicionar como trabalhador para poder 
visualizar o Amazon A2I.

Se não estiver familiarizado com o Amazon Cognito, recomendamos que você usará o console do 
SageMaker para criar uma força de trabalho privada e se adicionar como trabalhador particular. Para 
obter instruções, consulte Etapa 1: Criar uma equipe de trabalho.

Se você estiver familiarizado com o Amazon Cognito, poderá usar as instruções a seguir para criar 
uma equipe de trabalho privada usando a API SageMaker. Depois de criar uma equipe de trabalho, 
anote o ARN () WorkteamArn da equipe de trabalho.

Para saber mais sobre a força de trabalho privada e outras configurações disponíveis, consulte Usar 
uma força de trabalho privada.

Criar uma força de trabalho privada

Se você não criou uma força de trabalho privada, pode fazer isso usando um grupo de usuários do
Amazon Cognito. Verifique se você se adicionou a esse grupo de usuários. Você pode criar uma 
equipe de trabalho privada usando a função AWS SDK for Python (Boto3) create_workforce.
Para ver outros SDKs específicos de um idioma, consulte a lista em CreateWorkforce.
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    response = client.create_workforce( 
        CognitoConfig={ 
            "UserPool": "Pool_ID", 
            "ClientId": "app-client-id" 
        }, 
        WorkforceName="workforce-name" 
    )

Crie uma equipe de trabalho privada

Depois de criar uma força de trabalho privada na região AWS para configurar e iniciar seu ciclo 
humano, você pode criar uma equipe de trabalho privada usando a função AWS SDK for Python 
(Boto3) create_workteam. Para ver outros SDKs específicos de um idioma, consulte a lista em
CreateWorkteam.

    response = client.create_workteam( 
        WorkteamName="work-team-name", 
        WorkforceName= "workforce-name", 
        MemberDefinitions=[ 
            { 
                "CognitoMemberDefinition": { 
                    "UserPool": "<aws-region>_ID", 
                    "UserGroup": "user-group", 
                    "ClientId": "app-client-id" 
                }, 
            } 
        ] 
    )

Acesse o ARN da sua equipe de trabalho da seguinte forma:

    workteamArn = response["WorkteamArn"]

Liste equipes de trabalho privadas em sua conta

Se você já criou uma equipe de trabalho privada, você pode listar todas as equipes de trabalho 
em uma determinada região AWS em sua conta usando a função AWS SDK for Python (Boto3)
list_workteams. Para ver outros SDKs específicos de um idioma, consulte a lista em
ListWorkteams.
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    response = client.list_workteams()

Se você tiver várias equipes de trabalho em sua conta, talvez queira usar MaxResults , SortBy e
NameContains filtrar seus resultados.

Criar um fluxo de trabalho de análise humana

Você pode criar um fluxo de trabalho de revisão humana usando a operação Amazon 
A2ICreateFlowDefinition. Antes de criar seu fluxo de trabalho de revisão humana, você precisa 
criar uma UI de tarefa humana. Você pode fazer isso com a operação CreateHumanTaskUi.

Se você estiver usando o Amazon A2I com as integrações Amazon Textract ou Amazon Rekognition, 
você pode especificar as condições de ativação usando um JSON.

Crie uma interface de usuário de tarefas humanas

Se você estiver criando um fluxo de trabalho de revisão humana para ser usado com as integrações 
do Amazon Textract ou do Amazon Rekognition, precisará usar e modificar o modelo de tarefa de 
trabalhador predefinido. Para todas as integrações personalizadas, você pode usar seu próprio 
modelo de tarefa de trabalhador personalizado. Use a tabela a seguir para aprender como criar 
uma interface de usuário de tarefa humana usando um modelo de tarefa de trabalho para as duas 
integrações integradas. Substitua o modelo pelo seu para personalizar essa solicitação.

Amazon Textract – Key-value pair extraction

Para saber mais sobre este modelo, consulte Exemplo de modelo personalizado do Amazon 
Textract.

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}
<crowd-form> 
  <crowd-textract-analyze-document  
      src="{{ s3_uri | grant_read_access }}"  
      initial-value="{{ task.input.selectedAiServiceResponse.blocks }}"  
      header="Review the key-value pairs listed on the right and correct them if 
 they don"t match the following document."  
      no-key-edit=""  
      no-geometry-edit=""  
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      keys="{{ task.input.humanLoopContext.importantFormKeys }}"  
      block-types='["KEY_VALUE_SET"]'> 
    <short-instructions header="Instructions"> 
        <p>Click on a key-value block to highlight the corresponding key-value pair 
 in the document. 
        </p><p><br></p> 
        <p>If it is a valid key-value pair, review the content for the value. If the 
 content is incorrect, correct it. 
        </p><p><br></p> 
        <p>The text of the value is incorrect, correct it.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/correct-value-
text.png"> 
        </p><p><br></p> 
        <p>A wrong value is identified, correct it.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/correct-value.png"> 
        </p><p><br></p> 
        <p>If it is not a valid key-value relationship, choose No.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/not-a-key-value-
pair.png"> 
        </p><p><br></p> 
        <p>If you can’t find the key in the document, choose Key not found.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/key-is-not-
found.png"> 
        </p><p><br></p> 
        <p>If the content of a field is empty, choose Value is blank.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/value-is-
blank.png"> 
        </p><p><br></p> 
        <p><strong>Examples</strong></p> 
        <p>Key and value are often displayed next or below to each other. 
        </p><p><br></p> 
        <p>Key and value displayed in one line.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/sample-key-value-
pair-1.png"> 
        </p><p><br></p> 
        <p>Key and value displayed in two lines.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/sample-key-value-
pair-2.png"> 
        </p><p><br></p> 
        <p>If the content of the value has multiple lines, enter all the text 
 without line break.  
        Include all value text even if it extends beyond the highlight box.</p> 
        <p><img src="https://assets.crowd.aws/images/a2i-console/multiple-
lines.png"></p> 
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    </short-instructions> 
    <full-instructions header="Instructions"></full-instructions> 
  </crowd-textract-analyze-document>
</crowd-form>
"""

Amazon Rekognition – Image moderation

Para saber mais sobre este modelo, consulte Exemplo de modelo personalizado do Amazon 
Rekognition.

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-rekognition-detect-moderation-labels 
    categories='[ 
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %} 
        { 
          name: "{{ label.name }}", 
          parentName: "{{ label.parentName }}", 
        }, 
      {% endfor %} 
    ]' 
    src="{{ s3_uri | grant_read_access }}" 
    header="Review the image and choose all applicable categories." 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
      </style> 
      <p class="instructions">Review the image and choose all applicable categories.
If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Partial Nudity</b>
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Visuals depicting covered up nudity, for example using hands or pose

<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>"""

Custom Integration

Veja a seguir um exemplo de modelo que pode ser usado em uma integração personalizada. 
Esse modelo é usado neste caderno, demonstrando uma integração personalizada com o 
Amazon Comprehend.

template = r"""
<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

<crowd-form> 
    <crowd-classifier 
      name="sentiment" 
      categories='["Positive", "Negative", "Neutral", "Mixed"]' 
      initial-value="{{ task.input.initialValue }}" 
      header="What sentiment does this text convey?" 
    > 
      <classification-target> 
        {{ task.input.taskObject }} 
      </classification-target> 
       
      <full-instructions header="Sentiment Analysis Instructions"> 
        <p><strong>Positive</strong> sentiment include: joy, excitement, delight</p> 
        <p><strong>Negative</strong> sentiment include: anger, sarcasm, anxiety</p> 
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        <p><strong>Neutral</strong>: neither positive or negative, such as stating a 
 fact</p> 
        <p><strong>Mixed</strong>: when the sentiment is mixed</p> 
      </full-instructions> 

      <short-instructions> 
       Choose the primary sentiment that is expressed by the text.  
      </short-instructions> 
    </crowd-classifier>
</crowd-form>
"""

Usando o modelo especificado acima, você pode criar um modelo usando a função AWS SDK for 
Python (Boto3) create_human_task_ui. Para ver outros SDKs específicos de um idioma, consulte 
a lista em CreateHumanTaskUi.

    
    response = client.create_human_task_ui( 
        HumanTaskUiName="human-task-ui-name", 
        UiTemplate={ 
            "Content": template
        } 
    )

Esse elemento de resposta contém o ARN da interface de usuário da tarefa humana. Salve isso da 
seguinte forma:

    humanTaskUiArn = response["HumanTaskUiArn"]

Crie JSON para especificar as condições de ativação

Para as integrações integradas do Amazon Textract e do Amazon Rekognition, você pode salvar as 
condições de ativação em um objeto JSON e usá-las em sua solicitação CreateFlowDefinition.

Em seguida, selecione uma guia para ver exemplos de condições de ativação que você pode usar 
para essas integrações integradas. Para obter informações adicionais sobre as opções de condição 
de ativação, consulte Esquema JSON para condições de ativação de loop humano no Amazon 
Augmented AI.
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Amazon Textract – Key-value pair extraction

Este exemplo especifica condições para chaves específicas (como Mail address) no 
documento. Se a confiança do Amazon Textract estiver fora dos limites definidos aqui, o 
documento será enviado a uma pessoa para análise, com as chaves específicas que iniciaram o 
ciclo humano enviadas ao trabalhador.

      import json   

      humanLoopActivationConditions = json.dumps( 
        { 
            "Conditions": [ 
                { 
                  "Or": [ 
                     
                    { 
                        "ConditionType": "ImportantFormKeyConfidenceCheck", 
                        "ConditionParameters": { 
                            "ImportantFormKey": "Mail address", 
                            "ImportantFormKeyAliases": ["Mail Address:","Mail 
 address:", "Mailing Add:","Mailing Addresses"], 
                            "KeyValueBlockConfidenceLessThan": 100, 
                            "WordBlockConfidenceLessThan": 100 
                        } 
                    }, 
                    { 
                        "ConditionType": "MissingImportantFormKey", 
                        "ConditionParameters": { 
                            "ImportantFormKey": "Mail address", 
                            "ImportantFormKeyAliases": ["Mail Address:","Mail 
 address:","Mailing Add:","Mailing Addresses"] 
                        } 
                    }, 
                    { 
                        "ConditionType": "ImportantFormKeyConfidenceCheck", 
                        "ConditionParameters": { 
                            "ImportantFormKey": "Phone Number", 
                            "ImportantFormKeyAliases": ["Phone number:", "Phone 
 No.:", "Number:"], 
                            "KeyValueBlockConfidenceLessThan": 100, 
                            "WordBlockConfidenceLessThan": 100 
                        } 
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                    }, 
                    { 
                      "ConditionType": "ImportantFormKeyConfidenceCheck", 
                      "ConditionParameters": { 
                        "ImportantFormKey": "*", 
                        "KeyValueBlockConfidenceLessThan": 100, 
                        "WordBlockConfidenceLessThan": 100 
                      } 
                    }, 
                    { 
                      "ConditionType": "ImportantFormKeyConfidenceCheck", 
                      "ConditionParameters": { 
                        "ImportantFormKey": "*", 
                        "KeyValueBlockConfidenceGreaterThan": 0, 
                        "WordBlockConfidenceGreaterThan": 0 
                      } 
                    } 
            ] 
        } 
            ] 
        } 
    )

Amazon Rekognition – Image moderation

As condições de ativação do loop humano usadas aqui são adaptadas à moderação de conteúdo 
do Amazon Rekognition; elas se baseiam nos limites de confiança dos rótulos e dos rótulos de 
moderação Suggestive e Female Swimwear Or Underwear.

        import json   

        humanLoopActivationConditions = json.dumps( 
        { 
            "Conditions": [ 
                { 
                  "Or": [ 
                    { 
                        "ConditionType": "ModerationLabelConfidenceCheck", 
                        "ConditionParameters": { 
                            "ModerationLabelName": "Suggestive", 
                            "ConfidenceLessThan": 98 
                        } 
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                    }, 
                    { 
                        "ConditionType": "ModerationLabelConfidenceCheck", 
                        "ConditionParameters": { 
                            "ModerationLabelName": "Female Swimwear Or Underwear", 
                            "ConfidenceGreaterThan": 98 
                        } 
                    } 
                  ] 
               } 
            ] 
        } 
    )

Criar um fluxo de trabalho de análise humana

Esta seção fornece um exemplo da CreateFlowDefinition AWS SDK for Python (Boto3) 
solicitação usando os recursos criados nas seções anteriores. Para outros SDKs específicos do 
idioma, consulte a lista em CreateFlowDefinition. Use as guias na tabela a seguir para ver as 
solicitações para criar um fluxo de trabalho de revisão humana para as integrações integradas do 
Amazon Textract e do Amazon Rekognition.

Amazon Textract – Key-value pair extraction

Se você usar a integração integrada com o Amazon Textract, deverá especificar "AWS/
Textract/AnalyzeDocument/Forms/V1" para "AwsManagedHumanLoopRequestSource"
em HumanLoopRequestSource.

    response = client.create_flow_definition( 
        FlowDefinitionName="human-review-workflow-name", 
        HumanLoopRequestSource={ 
            "AwsManagedHumanLoopRequestSource": "AWS/Textract/AnalyzeDocument/Forms/
V1" 
        },  
        HumanLoopActivationConfig={ 
            "HumanLoopActivationConditionsConfig": { 
                "HumanLoopActivationConditions": humanLoopActivationConditions
            } 
        }, 
        HumanLoopConfig={ 
            "WorkteamArn": workteamArn, 
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            "HumanTaskUiArn": humanTaskUiArn, 
            "TaskTitle": "Document entry review", 
            "TaskDescription": "Review the document and instructions. Complete the 
 task", 
            "TaskCount": 1, 
            "TaskAvailabilityLifetimeInSeconds": 43200, 
            "TaskTimeLimitInSeconds": 3600, 
            "TaskKeywords": [ 
                "document review", 
            ], 
        }, 
        OutputConfig={ 
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/", 
        }, 
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>", 
        Tags=[ 
            { 
                "Key": "string", 
                "Value": "string" 
            }, 
        ] 
    )

Amazon Rekognition – Image moderation

Se você usar a integração integrada com o Amazon Rekognition deverá 
especificar "AWS/Rekognition/DetectModerationLabels/Image/V3" para
"AwsManagedHumanLoopRequestSource" em HumanLoopRequestSource.

    response = client.create_flow_definition( 
        FlowDefinitionName="human-review-workflow-name", 
        HumanLoopRequestSource={ 
            "AwsManagedHumanLoopRequestSource": "AWS/Rekognition/
DetectModerationLabels/Image/V3" 
        },  
        HumanLoopActivationConfig={ 
            "HumanLoopActivationConditionsConfig": { 
                "HumanLoopActivationConditions": humanLoopActivationConditions
            } 
        }, 
        HumanLoopConfig={ 
            "WorkteamArn": workteamArn, 
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            "HumanTaskUiArn": humanTaskUiArn, 
            "TaskTitle": "Image content moderation", 
            "TaskDescription": "Review the image and instructions. Complete the 
 task", 
            "TaskCount": 1, 
            "TaskAvailabilityLifetimeInSeconds": 43200, 
            "TaskTimeLimitInSeconds": 3600, 
            "TaskKeywords": [ 
                "content moderation", 
            ], 
        }, 
        OutputConfig={ 
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/", 
        }, 
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>", 
        Tags=[ 
            { 
                "Key": "string", 
                "Value": "string" 
            }, 
        ] 
    )

Custom Integration

Se você usa uma integração personalizada, exclua os seguintes parâmetros:
HumanLoopRequestSource, HumanLoopActivationConfig.

    response = client.create_flow_definition( 
        FlowDefinitionName="human-review-workflow-name", 
        HumanLoopConfig={ 
            "WorkteamArn": workteamArn, 
            "HumanTaskUiArn": humanTaskUiArn, 
            "TaskTitle": "Image content moderation", 
            "TaskDescription": "Review the image and instructions. Complete the 
 task", 
            "TaskCount": 1, 
            "TaskAvailabilityLifetimeInSeconds": 43200, 
            "TaskTimeLimitInSeconds": 3600, 
            "TaskKeywords": [ 
                "content moderation", 
            ], 
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        }, 
        OutputConfig={ 
            "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/prefix/", 
        }, 
        RoleArn="arn:aws:iam::<account-number>:role/<role-name>", 
        Tags=[ 
            { 
                "Key": "string", 
                "Value": "string" 
            }, 
        ] 
    )

Depois de criar um fluxo de trabalho de revisão humana, você pode recuperar o ARN da definição do 
fluxo a partir da resposta:

    humanReviewWorkflowArn = response["FlowDefinitionArn"]     

Criar um loop humano

A operação de API que você usa para iniciar um loop humano depende da integração do Amazon 
A2I que você usa.

• Se você usa a integração integrada do Amazon Textract, usa a operação AnalyzeDocument.

• Se você usa a integração integrada do Amazon Rekognition, usa a operação
DetectModerationLabels.

• Se você usa uma integração personalizada, usa a operação StartHumanLoop.

Selecione seu tipo de tarefa na tabela a seguir para ver exemplos de solicitações para o Amazon 
Textract e o Amazon Rekognition usando o AWS SDK for Python (Boto3).

Amazon Textract – Key-value pair extraction

O exemplo a seguir usa AWS SDK for Python (Boto3) para chamar analyze_document
em us-west-2. Substitua o texto vermelho em itálico por seus recursos. Inclua o parâmetro
DataAttributes se você estiver usando a força de trabalho do Amazon Mechanical Turk. Para 
obter mais informações, consulte a documentação analyze_document na Referência da API AWS 
SDK for Python (Boto).
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   response = client.analyze_document( 
         Document={"S3Object": {"Bucket": "AWSDOC-EXAMPLE-BUCKET", "Name": 
 "document-name.pdf"}, 
         HumanLoopConfig={ 
            "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
            "HumanLoopName":"human-loop-name", 
            "DataAttributes" : {ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]} 
         } 
         FeatureTypes=["FORMS"] 
    )

Os loops humanos só são criados se a confiança do Amazon Textract na tarefa de análise de 
documentos atender às condições de ativação que você especificou em seu fluxo de trabalho de 
revisão humana. Você pode verificar o elemento response para determinar se um loop humano 
foi criado. Para ver tudo incluído nessa resposta, consulte HumanLoopActivationOutput.

    if "HumanLoopArn" in analyzeDocumentResponse["HumanLoopActivationOutput"]: 
        # A human loop has been started! 
        print(f"A human loop has been started with ARN: 
 {analyzeDocumentResponse["HumanLoopActivationOutput"]["HumanLoopArn"]}"

Amazon Rekognition – Image moderation

O exemplo a seguir usa AWS SDK for Python (Boto3) para chamar
detect_moderation_labels em us-west-2. Substitua o texto vermelho em itálico por 
seus recursos. Inclua o parâmetro DataAttributes se você estiver usando a força de 
trabalho do Amazon Mechanical Turk. Para obter mais informações, consulte a documentação
detect_moderation_labels na Referência de API do AWS SDK for Python (Boto).

   response = client.detect_moderation_labels( 
            Image={"S3Object":{"Bucket": "AWSDOC-EXAMPLE-BUCKET", "Name": "image-
name.png"}}, 
            HumanLoopConfig={ 
               "FlowDefinitionArn":"arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
               "HumanLoopName":"human-loop-name", 
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               "DataAttributes":{ContentClassifiers:
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]} 
             } 
    )

Os loops humanos só são criados se a confiança do Amazon Rekognition em uma tarefa 
de moderação de imagens atender às condições de ativação que você especificou em 
seu fluxo de trabalho de revisão humana. Você pode verificar o elemento response para 
determinar se um loop humano foi criado. Para ver tudo incluído nessa resposta, consulte
HumanLoopActivationOutput.

    if "HumanLoopArn" in response["HumanLoopActivationOutput"]: 
        # A human loop has been started! 
        print(f"A human loop has been started with ARN: 
 {response["HumanLoopActivationOutput"]["HumanLoopArn"]}")

Custom Integration

O exemplo a seguir usa AWS SDK for Python (Boto3) para chamar start_human_loop
em us-west-2. Substitua o texto vermelho em itálico por seus recursos. Inclua o parâmetro
DataAttributes se você estiver usando a força de trabalho do Amazon Mechanical Turk. Para 
obter mais informações, consulte a documentação start_human_loop na Referência da API do 
AWS SDK for Python (Boto).

   response = client.start_human_loop( 
        HumanLoopName= "human-loop-name", 
        FlowDefinitionArn= "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
        HumanLoopInput={"InputContent": inputContentJson}, 
        DataAttributes={"ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation"|"FreeOfAdultContent"]} 
   )

Este exemplo armazena o conteúdo de entrada na variável inputContentJson. Suponha que 
o conteúdo de entrada contenha dois elementos: uma sinopse de texto e um sentimento (como
Positive, Negative ou Neutral), e esteja formatado da seguinte forma:
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    inputContent = { 
        "initialValue": sentiment, 
         "taskObject": blurb 
     }

As teclas initialValue e taskObject devem corresponder às chaves usadas nos elementos 
líquidos do modelo de tarefa do trabalhador. Consulte o modelo personalizado Crie uma interface 
de usuário de tarefas humanas para ver um exemplo.

Para criar um inputContentJson, faça o seguinte:

    import json 
     
    inputContentJson = json.dumps(inputContent)

Um loop humano começa toda vez que você chama start_human_loop. Para verificar o status 
do seu loop humano, use describe_human_loop:

    human_loop_info = a2i.describe_human_loop(HumanLoopName="human_loop_name") 
    print(f"HumanLoop Status: {resp["HumanLoopStatus"]}") 
    print(f"HumanLoop Output Destination: {resp["HumanLoopOutput"]}")

Casos de uso e exemplos usando o Amazon A2I

Você pode usar o Amazon Augmented AI para integrar uma revisão humana em seu fluxo de 
trabalho para tipos de tarefas integrados, Amazon Textract e Amazon Rekognition, ou suas próprias 
tarefas personalizadas usando um tipo de tarefa personalizado.

Ao criar uma definição de fluxo usando um dos tipos de tarefa integrados, você poderá especificar 
condições, como limites de confiança, que acionarão uma análise humana. O serviço (Amazon 
Rekognition ou Amazon Textract) cria um loop humano em seu nome quando essas condições são 
atendidas e fornece seus dados de entrada diretamente ao Amazon A2I para enviar aos revisores 
humanos. Para saber mais sobre os tipos de tarefas integradas, use o seguinte:

• Use o Amazon Augmented AI com o Amazon Textract

• Use o Amazon Augmented AI com o Amazon Rekognition.
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Ao usar um tipo de tarefa personalizado, você cria e inicia um loop humano usando a API de runtime 
do Amazon A2I. Use o tipo de tarefa personalizado para incorporar um fluxo de trabalho de análise 
humana com outro serviço de AWS ou seu próprio aplicativo ML personalizado.

• Para obter mais detalhes, consulte Use o Amazon Augmented AI com tipos de tarefas 
personalizadas.

A tabela a seguir descreve uma variedade de casos de uso do Amazon A2I que você pode explorar 
usando os cadernos SageMaker Jupyter. Para começar a usar um caderno Jupyter, use as 
instruções em Use a instância do SageMaker Notebook com o caderno Jupyter do Amazon A2I. Para 
obter mais exemplos, consulte este repositório do GitHub.

Caso de uso Descrição Tipo de tarefa

Use o Amazon A2I com o 
Amazon Textract

Faça com que humanos 
revisem documentos de uma 
única página para revisar 
pares importantes de valores-
chave de formulários ou faça 
com que o Amazon Textract 
colete amostras e envie 
aleatoriamente documento 
s do seu conjunto de dados 
para serem analisados por 
humanos.

Integrado

Use o Amazon A2I com o 
Amazon Rekognition

Faça com que humanos 
revisem imagens inseguras 
em busca de conteúdo adulto 
explícito ou violento se o 
Amazon Rekognition retornar 
uma pontuação de confiança 
baixa, ou faça com que o 
Amazon Rekognition obtenha 
amostras aleatórias e envie 
imagens do seu conjunto de 

Integrado
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Caso de uso Descrição Tipo de tarefa

dados para humanos para 
análise.

Use o Amazon A2I com o 
Amazon Comprehend

Faça com que os humanos 
que revisem as inferências do 
Amazon Comprehend sobre 
dados de texto, como análise 
de sentimentos, sintaxe de 
texto e detecção de entidades.

Personalizar

Use o Amazon A2I com o 
Amazon Transcribe

Peça aos humanos que 
revisem as transcrições de 
arquivos de vídeo ou áudio 
do Amazon Transcribe. Use 
os resultados dos ciclos de 
revisão humana de transcriç 
ão para criar um vocabulár 
io personalizado e melhorar 
transcrições futuras de 
conteúdo semelhante de vídeo 
ou áudio.

Personalizar

Use o Amazon A2I com o 
Amazon Transcribe

Peça aos humanos que 
revisem traduções de baixa 
confiança devolvidas pelo 
Amazon Translate.

Personalizar
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Caso de uso Descrição Tipo de tarefa

Use o Amazon A2I para 
analisar inferências de ML em 
tempo real

Use o Amazon A2I para 
analisar inferências em 
tempo real e de baixa 
confiança feitas por um 
modelo implantado em 
um endpoint hospedado 
pelo SageMaker e treinar 
incrementalmente seu modelo 
usando dados de saída do 
Amazon A2I.

Personalizar

Use o Amazon A2I para 
analisar dados tabulares

Use o Amazon A2I para 
integrar um ciclo de revisão 
humana em um aplicativo de 
ML que usa dados tabulares.

Personalizar

Tópicos

• Use a instância do SageMaker Notebook com o caderno Jupyter do Amazon A2I

• Use o Amazon Augmented AI com o Amazon Textract

• Use o Amazon Augmented AI com o Amazon Rekognition.

• Use o Amazon Augmented AI com tipos de tarefas personalizadas

Use a instância do SageMaker Notebook com o caderno Jupyter do Amazon A2I

Para obter um exemplo completo que demonstra como integrar um loop de análise humana em um 
fluxo de trabalho de machine learning personalizado usando o , você pode usar um caderno Jupyter 
deste repositório do GitHub em uma instância de bloco de anotações do SageMaker.

Como usar bloco de anotações personalizado do Amazon A2I em uma instância de caderno do 
Amazon SageMaker:

1. Se você ainda não tiver uma instância de bloco de anotações do SageMaker ativa, crie uma 
seguindo as instruções em Etapa 1: criar uma instância do Amazon SageMaker Notebook.
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2. Quando a instância de bloco de anotações estiver ativa, selecione Open JupyterLab (Abrir o 
JupyterLab) à direita do nome da instância de bloco de anotações. Pode levar alguns instantes 
para que o JupyterLab seja carregado.

3. Escolha o ícone

para clonar um repositório GitHub em seu workspace.

4. Insira o URL HTTPS do repositório amazon-a2i-sample-jupyter-notebooks.

5. Escolha CLONE (CLONAR).

6. Abra o bloco de anotações que você deseja executar.

7. Siga as instruções no bloco de anotações para configurar a definição do fluxo e do loop humano 
e executar as células.

8. Para evitar cobranças desnecessárias, ao concluir a demonstração, interrompa e exclua sua 
instância de bloco de anotações, bem como todos os buckets do Amazon S3, perfis do IAM e 
recursos do CloudWatch Events criados durante a demonstração.

Use o Amazon Augmented AI com o Amazon Textract

O Amazon Textract permite que você adicione detecção e análise de texto em documentos aos 
seus aplicativos. O Amazon Augmented AI (Amazon A2I) se integra diretamente à operação de 
API do Amazon Textract AnalyzeDocument. Você pode usar o AnalyzeDocument para analisar 
os relacionamentos entre itens detectados em um documento. Quando você adiciona um loop de 
análise humana do Amazon A2I a uma solicitação AnalyzeDocument, o Amazon A2I monitora os 
resultados do Amazon Textract e envia um documento para um ou mais trabalhadores humanos 
revisarem quando as condições especificadas em sua definição de fluxo são atendidas. Por 
exemplo, se você deseja que um humano revise uma chave específica, como Full name:, e seus 
valores de entrada associados, você pode criar uma condição de ativação que inicia uma análise 
humana sempre que a chave Full name: for detectada ou quando a confiança na inferência para 
essa chave estiver dentro de uma faixa que você especificar.

A imagem a seguir representa o fluxo de trabalho incorporado do Amazon A2I com o Amazon 
Textract. À esquerda, estão representados os recursos necessários para criar um fluxo de trabalho 
de análise humana do Amazon Textract: um bucket do Amazon S3, condições de ativação, um 
modelo de tarefa para trabalhadores e uma equipe de trabalho. Esses recursos são usados para 
criar um fluxo de trabalho de análise humana ou definição de fluxo. Uma seta aponta para a direita, 
indicando a próxima etapa no fluxo de trabalho: utilizando o Amazon Textract para configurar um 
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loop humano com o fluxo de trabalho de análise humana. Uma segunda seta aponta diretamente 
dessa etapa para a etapa na qual as condições de ativação especificadas no fluxo de trabalho de 
análise humana são atendidas. Isso inicia a criação de um loop humano. À direita da imagem, o ciclo 
humano é representado em três etapas: 1) a interface do operador e as ferramentas são geradas, 
e a tarefa é disponibilizada para os operadores, 2) os operadores revisam os dados de entrada e, 
finalmente, 3) os resultados são salvos no Amazon S3.

Você pode especificar quando o Amazon Textract envia uma tarefa para um trabalhador humano 
revisar ao criar um fluxo de trabalho de análise humana ou uma definição de fluxo, através da 
especificação de condições de ativação.

É possível definir as seguintes condições de ativação ao usar o tipo de tarefa do Amazon Textract:

• Inicie uma análise humana para chaves de formulário específicas com base na pontuação de 
confiança da chave de formulário.

• Inicie uma análise humana quando chaves de formulário específicas estiverem ausentes.

• Inicie uma análise humana para todas as chaves de formulário identificadas pelo Amazon Textract 
com pontuações de confiança em uma faixa especificada.

• Enviar aleatoriamente uma amostra dos formulários a humanos para análise.

Quando a sua condição de ativação depende das pontuações de confiança das chaves de 
formulário, você pode usar dois tipos de confiança de previsão para iniciar loops humanos:
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• Confiança de Identificação – A pontuação de confiança para pares chave-valor detectados dentro 
de um formulário.

• Confiança de Qualificação – A pontuação de confiança para o texto contido nas chaves e valores 
em um formulário.

Na imagem na seguinte seção, Nome completo: Jane Doe é o par de chave-valor, Nome completo é 
a chave, e Jane Doe é o valor.

Você pode definir essas condições de ativação usando o console do Amazon SageMaker ao criar 
um fluxo de trabalho de análise humana ou criando um JSON para condições de ativação de loop 
humano e especificando isso como entrada no parâmetro HumanLoopActivationConditions da 
operação da API CreateFlowDefinition. Para saber como especificar condições de ativação no 
formato JSON, consulte Esquema JSON para condições de ativação de loop humano no Amazon 
Augmented AI e Uso do esquema JSON de condições de ativação de loop humano com o Amazon 
Textract.

Note

Ao utilizar o Augmented AI com o Amazon Textract, crie recursos do Augmented AI na 
mesma região AWS que você usa para chamar AnalyzeDocument.

Conceitos básicos: integrar uma análise humana a um trabalho de análise de documento do Amazon 
Textract

Para integrar uma análise humana a um trabalho de detecção e análise de texto do Amazon 
Textract, você precisa criar uma definição de fluxo e, em seguida, utilizar a API do Amazon Textract 
para integrar essa definição de fluxo ao seu processo de trabalho. Para aprender como criar uma 
definição de fluxo utilizando o console do SageMaker ou a API do Augmented AI, consulte os 
seguintes tópicos:

• Criar um fluxo de trabalho de análise humana (console)

• Criar um fluxo de trabalho de análise humana (API)

Depois de criar a sua definição de fluxo, consulte o tópico Using Augmented AI with Amazon Textract
para aprender como integrar a sua definição de fluxo à sua tarefa do Amazon Textract.
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Exemplo completo usando o Amazon Textract e o Amazon A2I

Para um exemplo completo que demonstra como usar o Amazon Textract com o Amazon A2I usando 
o console, consulte Tutorial: Comece a usar o console Amazon A2I.

Para aprender como usar a API do Amazon A2I para criar e iniciar uma análise humana, você pode 
utilizar a integração do Amazon Augmented AI (Amazon A2I) com a Análise de Documento do 
Amazon Textract [Exemplo] em uma instância de caderno do SageMaker. Para começar, consulte o
Use a instância do SageMaker Notebook com o caderno Jupyter do Amazon A2I.

Visualização do console do operador do A2I Textract

Quando os operadores são designados para uma tarefa de análise em um fluxo de trabalho do 
Amazon Textract, eles podem ver uma interface do usuário semelhante à seguinte:

Você pode personalizar essa interface no console do SageMaker ao criar sua definição de análise 
humana ou criando e utilizando um modelo personalizado. Para saber mais, consulte Criar e 
gerenciar modelos de tarefas de operadores.

Use o Amazon Augmented AI com o Amazon Rekognition.

O Amazon Rekognition facilita a adição de análises de imagem a seus aplicativos. A operação de 
API do Amazon Rekognition DetectModerationLabels é integrada diretamente com o Amazon 
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A2I, permitindo que você crie facilmente um ciclo humano para revisar imagens inadequadas, como 
conteúdo explícito para adultos ou violento. Você pode usar DetectModerationLabels para 
configurar um loop humano usando um ARN de definição de fluxo. Isso permite que o Amazon A2I 
analise as previsões feitas pelo Amazon Rekognition e envie os resultados para um revisor humano, 
garantindo que atendam às condições estabelecidas em sua definição de fluxo.

A imagem a seguir representa o fluxo de trabalho incorporado do Amazon A2I com o Amazon 
Rekognition. À esquerda, estão representados os recursos necessários para criar um fluxo de 
trabalho de revisão humana do Amazon Rekognition: um bucket Amazon S3, condições de ativação, 
um modelo de tarefa para o trabalhador e uma equipe de trabalho. Esses recursos são usados para 
criar um fluxo de trabalho de revisão humana ou definição de fluxo. Uma seta aponta diretamente 
para a próxima etapa do fluxo de trabalho: usar o Amazon Rekognition para configurar um loop 
humano com o fluxo de trabalho de revisão humana. Uma segunda seta aponta diretamente dessa 
etapa para a etapa na qual as condições de ativação especificadas no fluxo de trabalho de revisão 
humana são atendidas. Isso inicia a criação de um loop humano. À direita da imagem, o ciclo 
humano é representado em três etapas: 1) a interface do trabalhador e as ferramentas são geradas, 
e a tarefa é disponibilizada para os trabalhadores, 2) os trabalhadores revisam os dados de entrada 
e, finalmente, 3) os resultados são salvos no Amazon S3.

Você pode configurar as seguintes condições de ativação ao usar o tipo de tarefa Amazon 
Rekognition:
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• Iniciar revisão humana para rótulos identificados pelo Amazon Rekognition com base na 
pontuação de confiança do rótulo.

• Enviar uma amostra de imagens aleatoriamente a humanos para análise.

Você pode configurar essas condições de ativação usando o console do Amazon 
SageMaker ao criar um fluxo de trabalho de revisão humana ou criando um JSON para 
condições de ativação do ciclo humano e especificando isso como entrada no parâmetro
HumanLoopActivationConditions da operação de API do CreateFlowDefinition. Para 
saber como especificar condições de ativação no formato JSON, consulte Esquema JSON para 
condições de ativação de loop humano no Amazon Augmented AI e Uso do esquema JSON de 
condições de ativação de loop humano com o Amazon Rekognition.

Note

Ao utilizar o Augmented AI com o Amazon Rekognition, crie recursos do Augmented AI na 
mesma região AWS que você utiliza para chamar o DetectModerationLabels.

Comece: Integre uma revisão humana em um trabalho de moderação do Amazon Rekognition 
Image.

Para integrar uma revisão humana em um Amazon Rekognition, consulte os seguintes tópicos:

• Criar um fluxo de trabalho de análise humana (console)

• Criar um fluxo de trabalho de análise humana (API)

Depois de criar a definição de fluxo, consulte Usar a Augmented AI com o Amazon Rekognition para 
saber como integrar a definição de fluxo à tarefa do Amazon Rekognition.

Demonstração completa usando o Amazon Rekognition e o Amazon A2I

Para obter um exemplo completo que demonstra como usar o Amazon Rekognition com o Amazon 
A2I usando o console, consulte Tutorial: Comece a usar o console Amazon A2I.

Para aprender a usar a API Amazon A2I para criar e iniciar uma revisão humana, você pode usar 
a integração do Amazon Augmented AI (Amazon A2I) com o Amazon Rekognition [Example] em 
uma instância de notebook do SageMaker. Para começar, consulte o Use a instância do SageMaker 
Notebook com o caderno Jupyter do Amazon A2I.
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Visualização do console do operador do A2I Rekognition

Quando são designados para uma tarefa de revisão em um fluxo de trabalho do Amazon 
Rekognition, os trabalhadores podem ver uma interface de usuário semelhante à seguinte:

Você pode personalizar essa interface no console do SageMaker ao criar sua definição de revisão 
humana ou criando e utilizando um modelo personalizado. Para saber mais, consulte Criar e 
gerenciar modelos de tarefas de operadores.

Use o Amazon Augmented AI com tipos de tarefas personalizadas

Você pode usar o Amazon Augmented AI (Amazon A2I) para incorporar uma revisão humana (loop 
humano) em qualquer fluxo de trabalho de machine learning usando o tipo de tarefa personalizada. 
Essas opções oferecem maior flexibilidade para personalizar as condições sob as quais seus objetos 
de dados são enviados a humanos para revisão, bem como a aparência da interface do usuário do 
trabalhador.

Ao usar um tipo de tarefa personalizado, você cria um fluxo de trabalho de revisão humana 
personalizado e especifica as condições sob as quais um objeto de dados é enviado para revisão 
humana diretamente em seu aplicativo.

A imagem a seguir mostra o fluxo de trabalho personalizado do Amazon A2I. Um modelo de ML 
personalizado é usado para gerar previsões. O aplicativo cliente filtra essas previsões usando 
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critérios definidos pelo usuário e determina se uma revisão humana é necessária. Nesse caso, essas 
previsões são enviadas à Amazon A2I para análise humana. O Amazon A2I coleta os resultados 
da análise humana no Amazon S3, que podem ser acessados pelo aplicativo cliente. Se o filtro 
determinar que nenhuma revisão humana é necessária, as previsões podem ser alimentadas 
diretamente para a aplicação cliente.

Use os procedimentos nesta página para saber como integrar o Amazon A2I a qualquer fluxo de 
trabalho de machine learning usando o tipo de tarefa personalizada.

Crie um loop humano usando uma definição de fluxo, integrá-lo ao seu aplicativo e monitorar os 
resultados

1. Conclua o Amazon A2I do Pré-requisitos para usar a IA Augmented. Observe o seguinte:

• O caminho para o bucket ou buckets do Amazon Simple Storage Service (Amazon S3) em 
que você armazena seus dados de entrada e saída.

• O Amazon Resource Name (ARN) de um perfil do (IAM) AWS Identity and Access 
Management com as permissões necessárias anexadas.

• (Opcional) O ARN da sua força de trabalho privada, se você planeja usar uma.

2. Usando elementos HTML, crie um modelo de operador personalizado que o Amazon A2I usa 
para gerar a interface do operador da tarefa de operador. Para saber como criar um modelo 
personalizado, consulte Criar modelos personalizados de tarefas para operadores.
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3. Use o modelo de operador personalizado da Etapa 2 para gerar um modelo de tarefa de 
operador no console do Amazon SageMaker. Para saber como, consulte Criar um modelo de 
tarefa de trabalho.

Na próxima etapa, você cria uma definição de fluxo:

• Se você deseja criar uma definição de fluxo usando a API SageMaker, anote o ARN deste 
modelo de tarefa de trabalho para a próxima etapa.

• Se você estiver criando uma definição de fluxo usando o console, seu modelo aparecerá 
automaticamente na seção Modelo de tarefa de operador quando você escolher Criar fluxo de 
trabalho de análise humana.

4. Ao criar sua definição de fluxo, forneça o caminho para seus buckets S3, seu ARN de perfil do 
IAM e seu modelo de trabalhador.

• Para saber como criar uma definição de fluxo usando a API do CreateFlowDefinition do 
SageMaker, consulte Criar um fluxo de trabalho de análise humana (API).

• Para saber como criar uma definição de fluxo usando o console do SageMaker, consulte Criar 
um fluxo de trabalho de análise humana (console).

5. Configure seu loop humano usando a API do Amazon A2I Runtime. Para saber como, consulte
Criar e iniciar um loop humano.

6. Para controlar quando as análises humanas são iniciadas em seu aplicativo, especifique 
as condições nas quais o StartHumanLoop é chamado no seu aplicativo personalizado. 
As condições de ativação de loop humano, como limites de confiança que acionam o loop 
humano, não estão disponíveis ao usar o Amazon A2I com tipos de tarefa personalizados. Cada 
invocação de StartHumanLoop resulta em uma revisão humana.

Depois de iniciar um loop humano, você poderá gerenciar e monitorar seus loops usando a API 
Amazon Augmented AI Runtime e o Amazon EventBridge (também conhecido como Amazon 
CloudWatch Events). Para saber mais, consulte Monitorar e gerenciar seu loop humano.

Tutorial de ponta a ponta usando tipos de tarefas personalizadas do Amazon A2I

Para obter exemplos completos que demonstram como integrar o Amazon A2I a uma variedade de 
fluxos de trabalho de ML, consulte a tabela em Casos de uso e exemplos usando o Amazon A2I. 
Para começar a usar um desses cadernos, consulte Use a instância do SageMaker Notebook com o 
caderno Jupyter do Amazon A2I.
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Criar um fluxo de trabalho de análise humana

Use um fluxo de trabalho de análise humana do Amazon Augmented AI (Amazon A2I) ou uma
definição de fluxo para especificar o seguinte:

• Para os tipos de tarefa incorporadas do Amazon Textract e do Amazon Rekognition, as condições 
sob as quais o loop humano será chamado.

• A força de trabalho para a qual suas tarefas são enviadas

• As instruções que a força de trabalho receberá, que são chamadas de modelo de tarefa de 
operador.

• A configuração de suas tarefas de trabalho, incluindo o número de operadores que recebem uma 
tarefa e os limites de tempo para concluir as tarefas.

• Local em que seus dados de saída estão armazenados.

Você pode criar um fluxo de trabalho de análise humana no console do SageMaker ou usando 
a operação do SageMaker CreateFlowDefinition. É possível criar um modelo de tarefa de 
operador usando o console para tipos de tarefa do Amazon Textract e do Amazon Rekognition ao 
criar sua definição de fluxo.

Important

As condições de ativação do loop humano, que iniciam o loop humano, como os 
limiares de confiança, não estão disponíveis para tipos de tarefas personalizados no 
Amazon A2I. Ao usar o console para criar uma definição de fluxo para um tipo de tarefa 
personalizado, não é possível especificar condições de ativação. Ao usar a API do 
Amazon A2I para criar uma definição de fluxo para um tipo de tarefa personalizado, 
você não pode definir o atributo HumanLoopActivationConditions do parâmetro
HumanLoopActivationConditionsConfig. Para controlar quando as revisões humanas 
são iniciadas, especifique as condições nas quais StartHumanLoop é chamado no seu 
aplicativo personalizado. Neste caso, cada chamada de StartHumanLoop resulta em uma 
análise humana. Para obter mais informações, consulte Use o Amazon Augmented AI com 
tipos de tarefas personalizadas.

Pré-requisitos
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Para criar uma definição de fluxo de análise humana, você deve ter concluído os pré-requisitos 
descritos em Pré-requisitos para usar a IA Augmented.

Se você usar a API para criar uma definição de fluxo para qualquer tipo de tarefa ou se usar um 
tipo de tarefa personalizado ao criar uma definição de fluxo no console, primeiro criar um modelo de 
tarefa de operador. Para obter mais informações, consulte Criar e gerenciar modelos de tarefas de 
operadores.

Para visualizar o modelo de tarefa de operador ao criar uma definição de fluxo para um tipo de tarefa 
incorporado no console, conceda à função usada para criar a definição de fluxo permissão para 
acessar o bucket do Amazon S3 que contém os artefatos do modelo usando uma política como a 
descrita em Habilitar visualizações do modelo de tarefa de operador .

Tópicos

• Criar um fluxo de trabalho de análise humana (console)

• Criar um fluxo de trabalho de análise humana (API)

• Esquema JSON para condições de ativação de loop humano no Amazon Augmented AI

Criar um fluxo de trabalho de análise humana (console)

Use esse procedimento para criar um fluxo de trabalho de análise humana do Amazon Augmented 
AI (Amazon A2I) (Amazon A2I) usando o console do SageMaker. Se você não estiver familiarizado 
com o Amazon A2I, é recomendável criar uma equipe de trabalho privada, usando pessoas de sua 
organização e usar o ARN dessa equipe de trabalho ao criar sua definição de fluxo. Para saber como 
configurar uma força de trabalho privada e criar uma equipe de trabalho, consulte Criar uma força 
de trabalho privada (Amazon Console do SageMaker). Se você já configurou uma força de trabalho 
privada, consulte Criar uma equipe de trabalho usando o console do SageMaker para saber como 
adicionar uma equipe de trabalho a essa força de trabalho.

Se você estiver usando o Amazon A2I com um dos tipos de tarefa integrados, pode criar instruções 
para os operadores usando um modelo de tarefa padrão fornecido pela Augmented AI durante a 
criação de um fluxo de trabalho de análise humana no console. Para ver exemplos dos modelos 
padrão fornecidos pelo Augmented AI, consulte os tipos de tarefa incorporados em Casos de uso e 
exemplos usando o Amazon A2I.

Como criar uma definição de fluxo (console)

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.
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2. No painel de navegação, na seção Augmented AI, escolha Human review workflows (Fluxos de 
trabalho de análise humana)  e escolha Create human review workflow (Criar fluxo de trabalho 
de análise humana).

3. Em Overview (Visão geral), faça o seguinte:

a. Em Name (Nome), insira um nome exclusivo para o fluxo de trabalho. O nome deve ser em 
letras minúsculas, exclusivo na região da AWS em sua conta e pode ter até 63 caracteres. 
Os caracteres válidos incluem: a-z, 0-9 e - (hífen).

b. Em S3 location for output (Local do S3 para a saída), insira o bucket do S3 onde você 
deseja armazenar os resultados da análise humana. Esse bucket deve estar localizado na 
mesma região da AWS que o fluxo de trabalho.

c. Para o Perfil do IAM, escolha um perfil que tenha as permissões necessárias. Se você 
escolher um tipo de tarefa incorporada e desejar visualizar o modelo do operador no 
console, forneça uma função com o tipo de política descrito no Habilitar visualizações do 
modelo de tarefa de operador  anexado.

4. Em Task type (Tipo de tarefa), escolha o tipo de tarefa que deseja que o operador humano 
execute.

5. Se você escolher o tipo de tarefa do Amazon Rekognition ou do Amazon Textract, especifique 
as condições que invocarão a análise humana.

• Para tarefas de moderação do Amazon Rekognition Image, escolha um intervalo de limiar de 
pontuação de confiança na inferência que inicie a análise humana.

• Para tarefas do Amazon Textract, é possível iniciar uma análise humana quando chaves 
de formulário específicas estão ausentes ou quando a confiança na detecção de chaves de 
formulário é baixa. Você também pode iniciar uma análise humana se, após avaliar todas as 
chaves de formulário no texto, a confiança for menor do que o limiar necessário para qualquer 
chave de formulário. Você verá duas variáveis que podem ser usadas para especificar seus 
limites de confiança: Confiança de identificação e Confiança de qualificação. Para saber mais 
sobre essas variáveis, consulte Use o Amazon Augmented AI com o Amazon Textract.

• Para os dois tipos de tarefa, você pode enviar aleatoriamente uma porcentagem de objetos de 
dados (imagens ou formulários) e seus rótulos a humanos para análise.

6. Configure e especifique seu modelo de tarefa de operador:

a. Se você estiver usando o Amazon Rekognition ou o Amazon Textract, digite:

• Na seção Create template (Criar modelo):
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• Para criar instruções para seus operadores usando o modelo padrão para os tipos de 
tarefa do Amazon Rekognition e do Amazon Textract, escolha Criar com base em um 
modelo padrão.

• Se você selecionar Build from a default template (Criar usando um modelo padrão), 
crie as instruções em Worker task design (Design de tarefa de operador).

• Forneça um Template name (Nome de modelo) que seja exclusivo na região da 
AWS em que você está.

• Na seção Instructions (Instruções), forneça instruções detalhadas sobre como 
concluir a tarefa. Para ajudar os operadores a obter maior precisão, forneça 
exemplos bons e ruins.

• (Opcional) Em Additional instructions (Instruções adicionais), forneça aos 
operadores informações e instruções adicionais.

Para obter informações sobre como criar instruções eficientes, consulte Criar 
instruções para o bom operador.

• Para selecionar um modelo personalizado criado por você, escolha-o no menu
Template (Modelo) e forneça uma Task description (Descrição de tarefa) para 
descrever brevemente a tarefa para os operadores. Para saber como criar um 
modelo personalizado, consulte Criar um modelo de tarefa de trabalho.

b. Se você estiver usando o tipo de tarefa personalizado:

• Na seção Modelo de tarefa do operador, selecione o modelo na lista. Todos os modelos 
que você criou no console do SageMaker aparecem nesta lista. Para saber como criar 
um modelo para tipos de tarefa personalizados, consulte Criar e gerenciar modelos de 
tarefas de operadores.

7. (Opcional) Visualize seu modelo de operador:

Para tipos de tarefa do Amazon Rekognition e do Amazon Textract, você tem a opção de 
escolher Ver uma tarefa de operador de exemplo para visualizar a interface do usuário de tarefa 
de operador.

Se estiver criando uma definição de fluxo para um tipo de tarefa personalizado, você poderá 
visualizar a interface do usuário de tarefa de operador usando a operação RenderUiTemplate. 
Para obter mais informações, consulte Visualizar um modelo de tarefa de operador.

8. Em Workers (Operadores), escolha um tipo de força de trabalho.
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9. Escolha Create (Criar).

Próximas etapas

Depois de criar um fluxo de trabalho de análise humana, ele aparece no console em Human review 
workflows (Fluxos de trabalho de análise humana). Para ver o nome de recurso da Amazon (ARN) 
da definição do fluxo e os detalhes da configuração, escolha o fluxo de trabalho selecionando seu 
nome.

Se você estiver usando um tipo de tarefa integrada, pode usar o ARN da definição de fluxo para 
iniciar um loop humano usando a API desse serviço AWS (por exemplo, a API do Amazon Textract). 
Para tipos de tarefa personalizados, você pode usar o ARN para iniciar um loop humano usando a 
API de runtime da Amazon Augmented AI.. Para saber mais sobre as duas opções, consulte Criar e 
iniciar um loop humano.

Criar um fluxo de trabalho de análise humana (API)

Para criar uma definição de fluxo usando a API do SageMaker, use a operação
CreateFlowDefinition. Depois de concluir o Pré-requisitos para usar a IA Augmented, use o 
procedimento a seguir para aprender a usar essa operação de API.

Para obter uma visão geral da operação CreateFlowDefinition e detalhes sobre cada 
parâmetro, consulte CreateFlowDefinition.

Como criar uma definição de fluxo (API)

1. Em FlowDe#nitionName, insira um nome exclusivo. O nome deve ser exclusivo na região 
da sua conta da AWS e pode ter até 63 caracteres. Os caracteres válidos incluem: a-z, 0-9 e - 
(hífen).

2. Em RoleArn, insira o ARN da função que você configurou para conceder acesso às suas fontes 
de dados.

3. Em HumanLoopConfig, insira informações sobre os operadores e o que eles devem ver. Para 
obter informações sobre cada parâmetro no HumanLoopConfig, consulte HumanLoopConfig.

4. (Opcional) Se estiver usando um tipo de tarefa integrada, forneça condições que iniciem um 
loop humano em HumanLoopActivationCon#g. Para saber como criar a entrada necessária 
para o parâmetro HumanLoopActivationCon#g, consulte Esquema JSON para condições de 
ativação de loop humano no Amazon Augmented AI. Se você não especificar condições aqui, ao 
fornecer uma definição de fluxo para o serviço AWS associado a um tipo de tarefa integrada (por 
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exemplo, Amazon Textract ou Amazon Rekognition), esse serviço enviará todas as tarefas para 
análise por um operador humano.

Se você estiver usando um tipo de tarefa personalizado, HumanLoopActivationConfig
estará desativado. Para saber como controlar quando as tarefas são enviadas a operadores 
humanos usando um tipo de tarefa personalizado, consulte Use o Amazon Augmented AI com 
tipos de tarefas personalizadas.

5. (Opcional) Se você estiver usando um tipo de tarefa incorporado, especifique a origem 
da integração (por exemplo, Amazon Rekognition ou Amazon Textract) no parâmetro
HumanLoopRequestSource.

6. Para OutputConfig, indique em que lugar do Amazon Simple Storage Service (Amazon S3) 
deve ser armazenada a saída do loop humano.

7. (Opcional) Use Tags para inserir pares chave-valor para ajudá-lo a categorizar e organizar uma 
definição de fluxo. Cada tag consiste em uma chave e um valor, ambos definidos por você.

Amazon Textract – Key-value pair extraction

Veja a seguir um exemplo de uma solicitação para criar um fluxo de trabalho de análise humana 
do Amazon Textract (definição de fluxo) usando o AWS SDK for Python (Boto3). Você deve usar
'AWS/Textract/AnalyzeDocument/Forms/V1' para criar um loop humano do Amazon 
Textract. Inclua somente PublicWorkforceTaskPrice se você estiver usando a força de 
trabalho da Mechanical Turk.

sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition( 
    FlowDefinitionName='ExampleFlowDefinition', 
    HumanLoopRequestSource={ 
         'AwsManagedHumanLoopRequestSource': 'AWS/Textract/AnalyzeDocument/Forms/V1' 
    },  
    HumanLoopActivationConfig={ 
        'HumanLoopActivationConditionsConfig': { 
            'HumanLoopActivationConditions': '{...}' 
        } 
    }, 
    HumanLoopConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name', 
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        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_account_number:human-
task-ui/template_name', 
        'TaskTitle': 'Example task title', 
        'TaskDescription': 'Example task description.', 
        'TaskCount': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskKeywords': [ 
            'Keyword1','Keyword2' 
        ], 
        'PublicWorkforceTaskPrice': { 
            'AmountInUsd': { 
                'Dollars': 123, 
                'Cents': 123, 
                'TenthFractionsOfACent': 123
            } 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/', 
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab' 
    }, 
    RoleArn='arn:aws:iam::aws_account_number:role/role_name', 
    Tags=[ 
        { 
            'Key': 'KeyName', 
            'Value': 'ValueName' 
        }, 
    ]
)

Amazon Rekognition – Image moderation

O seguinte é um exemplo de uma solicitação para criar um fluxo de trabalho de análise humana 
do Amazon Rekognition (definição de fluxo) usando o AWS SDK for Python (Boto3). Você deve 
usar 'AWS/Rekognition/DetectModerationLabels/Image/V3' para criar uma definição 
de fluxo do Amazon Rekognition. Inclua somente PublicWorkforceTaskPrice se você estiver 
usando a força de trabalho da Mechanical Turk.

sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition( 
    FlowDefinitionName='ExampleFlowDefinition', 
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    HumanLoopRequestSource={ 
         'AwsManagedHumanLoopRequestSource': 'AWS/Rekognition/
DetectModerationLabels/Image/V3' 
    },  
    HumanLoopActivationConfig={ 
        'HumanLoopActivationConditionsConfig': { 
            'HumanLoopActivationConditions': '{...}' 
        } 
    }, 
    HumanLoopConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name', 
        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_account_number:human-
task-ui/template_name', 
        'TaskTitle': 'Example task title', 
        'TaskDescription': 'Example task description.', 
        'TaskCount': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskKeywords': [ 
            'Keyword1','Keyword2' 
        ], 
        'PublicWorkforceTaskPrice': { 
            'AmountInUsd': { 
                'Dollars': 123, 
                'Cents': 123, 
                'TenthFractionsOfACent': 123
            } 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/', 
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab' 
    }, 
    RoleArn='arn:aws:iam::aws_account_number:role/role_name', 
    Tags=[ 
        { 
            'Key': 'KeyName', 
            'Value': 'ValueName'
        }, 
    ]
)
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Custom Workflow

O seguinte é um exemplo de uma solicitação para criar um fluxo de trabalho de análise humana 
(definição de fluxo) para uma integração personalizada. Para criar esse tipo de fluxo de trabalho 
de análise humana, omita o HumanLoopRequestSource da solicitação de definição de fluxo. 
Você só precisa incluir o PublicWorkforceTaskPrice se estiver usando a força de trabalho 
do Mechanical Turk.

sagemaker_client = boto3.client('sagemaker', aws_region)

response = sagemaker_client.create_flow_definition( 
    FlowDefinitionName='ExampleFlowDefinition', 
    HumanLoopActivationConfig={ 
        'HumanLoopActivationConditionsConfig': { 
            'HumanLoopActivationConditions': '{...}' 
        } 
    }, 
    HumanLoopConfig={ 
        'WorkteamArn': 'arn:aws:sagemaker:aws_region:aws_account_number:workteam/
private-crowd/workteam_name', 
        'HumanTaskUiArn': 'arn:aws:sagemaker:aws_region:aws_acount_number:human-
task-ui/template_name', 
        'TaskTitle': 'Example task title', 
        'TaskDescription': 'Example task description.', 
        'TaskCount': 123, 
        'TaskAvailabilityLifetimeInSeconds': 123, 
        'TaskTimeLimitInSeconds': 123, 
        'TaskKeywords': [ 
            'Keyword1','Keyword2' 
        ], 
        'PublicWorkforceTaskPrice': { 
            'AmountInUsd': { 
                'Dollars': 123, 
                'Cents': 123, 
                'TenthFractionsOfACent': 123
            } 
        } 
    }, 
    OutputConfig={ 
        'S3OutputPath': 's3://bucket/path/', 
        'KmsKeyId': '1234abcd-12ab-34cd-56ef-1234567890ab' 
    }, 
    RoleArn='arn:aws:iam::account_number:role/role_name', 
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    Tags=[ 
        { 
            'Key': 'KeyName', 
            'Value': 'ValueName'
        }, 
    ]
)

Próximas etapas

O valor de retorno de uma chamada bem-sucedida da operação da API CreateFlowDefinition é 
um nome de recurso da Amazon (ARN) da definição de fluxo.

Se você estiver usando um tipo de tarefa integrada, pode usar o ARN da definição de fluxo para 
iniciar um loop humano usando a API do serviço AWS (ou seja, a API do Amazon Textract). Para 
tipos de tarefa personalizados, você pode usar o ARN para iniciar um loop humano usando a API de 
runtime da Amazon Augmented AI.. Para saber mais sobre essas opções, consulte Criar e iniciar um 
loop humano.

Esquema JSON para condições de ativação de loop humano no Amazon Augmented 
AI

O HumanLoopActivationConditions é um parâmetro de entrada da API
CreateFlowDefinition. Esse parâmetro é uma string no formato JSON. O JSON 
modela as condições sob as quais um loop humano é criado, quando essas condições 
forem avaliadas em relação à resposta de uma API de serviço de IA integrante (como
Rekognition.DetectModerationLabels ou Textract.AnalyzeDocument). Essa resposta 
é referenciada como uma inferência. Por exemplo, o Amazon Rekognition envia uma inferência de 
um rótulo de moderação com uma pontuação de confiança associada. Neste exemplo, a inferência 
é a melhor estimativa do modelo do rótulo apropriado para uma imagem. Para o Amazon Textract, 
a inferência é feita sobre a associação entre blocos de texto (pares de chave-valor), como a 
associação entre Name: e Sue em um formulário, bem como o conteúdo dentro de um bloco de texto 
ou um bloco de palavras, como “Nome”.

O seguinte é o esquema para o JSON. No nível superior, o HumanLoopActivationConditions
tem uma matriz JSON, Conditions. Cada membro dessa matriz é uma condição independente 
que, se avaliada como true, resultará na criação de um loop humano pelo Amazon A2I. Cada 
condição independente pode ser uma condição simples ou uma condição complexa. Uma condição 
simples tem os seguintes atributos:
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• ConditionType: esse atributo identifica o tipo de condição. Cada API de serviço de IA da AWS 
que se integra ao Amazon A2I define seu próprio conjunto de ConditionTypes permitido.

• DetectModerationLabels do Rekognition – Esta API oferece suporte para os valores
ModerationLabelConfidenceCheck e Sampling ConditionType.

• AnalyzeDocument do Textract – Esta API oferece suporte aos valores
ImportantFormKeyConfidenceCheck, MissingImportantFormKey e Sampling
ConditionType.

• ConditionParameters – Este é um objeto JSON que parametriza a condição. O conjunto de 
atributos permitido desse objeto depende do valor de ConditionType. Cada ConditionType
define seu próprio conjunto de ConditionParameters.

Um membro da matriz Conditions pode modelar uma condição complexa. Isso é feito conectando 
logicamente condições simples usando os operadores lógicos And e Or e aninhando as condições 
simples subjacentes. Há suporte para até dois níveis de aninhamento.

{ 
    "$schema": "http://json-schema.org/draft-07/schema#", 
    "definitions": { 
        "Condition": { 
            "type": "object", 
            "properties": { 
                "ConditionType": { 
                    "type": "string" 
                }, 
                "ConditionParameters": { 
                    "type": "object" 
                } 
            }, 
            "required": [ 
                "ConditionType" 
            ] 
        }, 
        "OrConditionArray": { 
            "type": "object", 
            "properties": { 
                "Or": { 
                    "type": "array", 
                    "minItems": 2, 
                    "items": { 
                        "$ref": "#/definitions/ComplexCondition" 
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                    } 
                } 
            } 
        }, 
        "AndConditionArray": { 
            "type": "object", 
            "properties": { 
                "And": { 
                    "type": "array", 
                    "minItems": 2, 
                    "items": { 
                        "$ref": "#/definitions/ComplexCondition" 
                    } 
                } 
            } 
        }, 
        "ComplexCondition": { 
            "anyOf": [ 
                { 
                    "$ref": "#/definitions/Condition" 
                }, 
                { 
                    "$ref": "#/definitions/OrConditionArray" 
                }, 
                { 
                    "$ref": "#/definitions/AndConditionArray" 
                } 
            ] 
        } 
    }, 
    "type": "object", 
    "properties": { 
        "Conditions": { 
            "type": "array", 
            "items": { 
                "$ref": "#/definitions/ComplexCondition" 
            } 
        } 
    }
}
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Note

As condições de ativação do loop humano não estão disponíveis para fluxos de 
trabalho de análise humana integrados a tipos de tarefa personalizados. O parâmetro
HumanLoopActivationConditions está desativado para tipos de tarefa personalizados.

Tópicos

• Uso do esquema JSON de condições de ativação de loop humano com o Amazon Textract

• Uso do esquema JSON de condições de ativação de loop humano com o Amazon Rekognition

Uso do esquema JSON de condições de ativação de loop humano com o Amazon Textract

Quando usada com o Amazon A2I, a operação AnalyzeDocument oferece suporte para as 
seguintes entradas no parâmetro ConditionType:

• ImportantFormKeyConfidenceCheck – use esta condição para criar um loop humano quando 
a confiança da inferência estiver dentro de um intervalo especificado para chaves de formulário de 
documento e blocos de palavras. Uma chave de formulário é qualquer palavra em um documento 
que esteja associada a uma entrada. A entrada é chamada de valor. Juntos, as chaves de 
formulário e os valores são referenciados como pares chave-valor. Um bloco de palavras refere-
se às palavras que o Amazon Textract reconhece dentro de um bloco de texto detectado. Para 
saber mais sobre os blocos de documento do Amazon Textract; consulte Documentos e objetos de 
blocos no Guias do desenvolvedor do Amazon Textract.

• MissingImportantFormKey – Use esta condição para criar um loop humano quando o Amazon 
Textract não tiver identificado a chave ou seus aliases associados dentro do documento.

• Sampling – use esta condição para especificar uma porcentagem de formulários a serem 
enviados para humanos para análise, independentemente das pontuações de confiança da 
inferência. Use essa condição para fazer o seguinte:

• Auditar seu modelo de ML amostrando aleatoriamente todos os formulários analisados pelo seu 
modelo e enviando uma porcentagem especificada para humanos para revisão.

• Usando a condição ImportantFormKeyConfidenceCheck, faça uma amostragem 
aleatória de uma porcentagem das inferências que atenderam às condições especificadas 
em ImportantFormKeyConfidenceCheck para iniciar um loop humano e enviar apenas a 
porcentagem especificada a humanos para análise.
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Note

Se você enviar a mesma solicitação para AnalyzeDocument várias vezes, o resultado da
Sampling não será alterado para a inferência dessa entrada. Por exemplo, se você fizer 
uma solicitação AnalyzeDocument uma vez e Sampling não acionar um loop humano, 
as solicitações subsequentes para AnalyzeDocument com a mesma configuração não 
iniciarão um loop humano.

Entradas e resultados de ImportantFormKeyConfidenceCheck

O ImportantFormKeyConfidenceCheck ConditionType oferece suporte aos seguintes
ConditionParameters:

• ImportantFormKey – Uma string que representa uma chave em um par de valores-chave 
detectada pelo Amazon Textract que precisa ser revisada por operadores humanos. Se o valor 
desse parâmetro for o valor especial genérico (*), todas as chaves serão consideradas como 
correspondentes à condição. Você pode usar isso para modelar o caso em que qualquer par 
chave-valor que atenda a determinados limites de confiança precisa de análise humana.

• ImportantFormKeyAliases – Uma matriz que representa ortografias alternativas ou 
equivalentes lógicos para a chave de formulário importante.

• KeyValueBlockConfidenceEquals

• KeyValueBlockConfidenceLessThan

• KeyValueBlockConfidenceLessThanEquals

• KeyValueBlockConfidenceGreaterThan

• KeyValueBlockConfidenceGreaterThanEquals

• WordBlockConfidenceEquals

• WordBlockConfidenceLessThan

• WordBlockConfidenceLessThanEquals

• WordBlockConfidenceGreaterThan

• WordBlockConfidenceGreaterThanEquals

Quando você usa o ImportantFormKeyConfidenceCheck ConditionType, o Amazon A2I 
envia as inferências de bloco de chave-valor e de bloco de palavras dos blocos de chave-valor e os 
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aliases associados especificados em ImportantFormKey e ImportantFormKeyAliases para 
análise humana.

Ao criar uma definição de fluxo, se você usar o modelo de tarefa de operador padrão fornecido na 
seção Fluxos de trabalho de análise humana do console do Amazon SageMaker, as inferências de 
chave-valor e bloco enviadas para análise humana por essa condição de ativação serão incluídas 
na interface do usuário do operador. Se você usar um modelo de tarefa de operador personalizado, 
será necessário incluir o elemento {{ task.input.selectedAiServiceResponse.blocks }}
para incluir dados de entrada de valor inicial (inferências) do Amazon Textract. Para obter um 
exemplo de modelo personalizado que usa esse elemento de entrada, consulte Exemplo de modelo 
personalizado do Amazon Textract.

Entradas e resultados de MissingImportantFormKey

O MissingImportantFormKey ConditionType oferece suporte aos seguintes
ConditionParameters:

• ImportantFormKey – Uma string que representa uma chave em um par de valores-chave 
detectada pelo Amazon Textract que precisa ser revisada por operadores humanos.

• ImportantFormKeyAliases – Uma matriz que representa ortografias alternativas ou 
equivalentes lógicos para a chave de formulário importante.

Quando você usa o ConditionType MissingImportantFormKey, se a chave em
ImportantFormKey ou aliases em ImportantFormKeyAliases não estiverem incluídos na 
inferência do Amazon Textract, esse formulário será enviado ao humano para análise e nenhum par 
de valores–chave previsto será incluído. Por exemplo, se o Amazon Textract tiver identificado apenas 
o Address e o Phone em um formulário, mas estiver faltando o ImportantFormKey de Name (no 
tipo de condição MissingImportantFormKey), esse formulário será enviado aos humanos para 
análise sem nenhuma das chaves de formulário detectadas (Address e Phone).

Se você usar o modelo de tarefa de operador padrão fornecido no console do SageMaker, uma 
tarefa será criada solicitando que os operadores identifiquem a chave em ImportantFormKey e 
o valor associado. Se você usar um modelo de tarefa de operador personalizado, será necessário 
incluir o elemento HTML <task.input.humanLoopContext> personalizado para configurar essa 
tarefa.
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Amostrar entradas e resultados

O Sampling ConditionType oferece suporte para RandomSamplingPercentage
ConditionParameters. A entrada de RandomSamplingPercentage deve ser um número 
real entre 0,01 e 100. Esse número representa a porcentagem de dados qualificados para uma 
análise humana e que será enviado para humanos para análise. Se você usar a condição Sampling
sem qualquer outra condição, esse número representará a porcentagem de todas as inferências 
resultantes feitas pela operação AnalyzeDocument em uma única solicitação que será enviada 
para humanos para análise.

Se você especificar a condição Sampling sem qualquer outro tipo de condição, todas as inferências 
de chave-valor e bloco serão enviadas aos operadores para revisão.

Ao criar uma definição de fluxo, se você usar o modelo de tarefa de operador padrão fornecido na 
seção Fluxos de trabalho de análise humana do console do SageMaker, todas as inferências de 
chave/valor e bloco enviadas para análise humana por essa condição de ativação serão incluídas 
na interface do usuário do operador. Se você usar um modelo de tarefa de operador personalizado, 
será necessário incluir o elemento {{ task.input.selectedAiServiceResponse.blocks }}
para incluir dados de entrada de valor inicial (inferências) do Amazon Textract. Para obter um 
exemplo de modelo personalizado que usa esse elemento de entrada, consulte Exemplo de modelo 
personalizado do Amazon Textract.

Exemplos

Embora apenas uma condição precise ser avaliada como true para acionar um loop humano, o 
Amazon A2I avaliará todas as condições para cada objeto analisado pelo Amazon Textract. Os 
revisores humanos precisarão revisar as chaves de formulário importantes para todas as condições 
que foram avaliadas como true.

Exemplo 1: Detectar chaves de formulário importantes com pontuações de confiança em um 
intervalo especificado que iniciam um loop humano

Veja a seguir um exemplo de um JSON HumanLoopActivationConditions que iniciará um loop 
humano se qualquer uma das seguintes três condições for atendida:

• A API AnalyzeDocument do Amazon Textract retorna um par de valores-chave cuja chave é
Employee Name, Name ou EmployeeName, com a confiança do bloco chave-valor sendo menor 
que 60 e as confianças de cada um dos blocos de palavras que compõem a chave e o valor sendo 
menor que 85.
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• A API AnalyzeDocument do Amazon Textract retorna um par de valores-chave cuja chave é Pay 
Date, PayDate, DateOfPay ou pay-date, com a confiança do bloco chave-valor sendo menor 
que 65 e as confianças de cada um dos blocos de palavras que compõem a chave e o valor sendo 
menor que 85.

• A API AnalyzeDocument do Amazon Textract retorna um par de valores-chave cuja chave é
Gross Pay, GrossPay ou GrossAmount, com a confiança do bloco chave-valor sendo menor 
que 60 e as confianças de cada um dos blocos de palavras que compõem a chave e o valor sendo 
menor que 85.

{ 
    "Conditions": [ 
        { 
            "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Employee Name", 
                "ImportantFormKeyAliases": [ 
                     "Name", 
                     "EmployeeName"
                ], 
                "KeyValueBlockConfidenceLessThan": 60, 
                "WordBlockConfidenceLessThan": 85 
            } 
        }, 
        { 
            "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Pay Date", 
                "ImportantFormKeyAliases": [ 
                    "PayDate", 
                    "DateOfPay", 
                    "pay-date" 
                ], 
                "KeyValueBlockConfidenceLessThan": 65, 
                "WordBlockConfidenceLessThan": 85 
            } 
        }, 
        { 
            "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Gross Pay", 
                "ImportantFormKeyAliases": [ 
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                    "GrossPay", 
                    "GrossAmount" 
                ], 
                "KeyValueBlockConfidenceLessThan": 60, 
                "WordBlockConfidenceLessThan": 85 
            } 
        } 
    ]
}

Exemplo 2: Uso do ImportantFormKeyConfidenceCheck

No exemplo a seguir, se o Amazon Textract detectar um par de valores-chave cuja confiança no 
bloco chave-valor for menor que 60 e menor que 90 para qualquer bloco de palavras subjacente, ele 
criará um loop humano. Os revisores humanos são solicitados a revisar todos os pares de chave-
valor de formulário que corresponderam às comparações de valor de confiança.

{ 
    "Conditions": [ 
        { 
            "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "*", 
                "KeyValueBlockConfidenceLessThan": 60, 
                "WordBlockConfidenceLessThan": 90 
            } 
        } 
    ]
}

Exemplo 3: Usar amostragem

No exemplo a seguir, 5% das inferências resultantes de uma solicitação de AnalyzeDocument
do Amazon Textract serão enviadas para operadores humanos para análise. Todos os pares de 
valores-chave detectados retornados pelo Amazon Textract são enviados aos operadores para 
análise.

{ 
  "Conditions": [ 
    { 
      "ConditionType": "Sampling", 
      "ConditionParameters": { 
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        "RandomSamplingPercentage": 5 
      } 
    } 
  ]
}

Exemplo 4: Uso do MissingImportantFormKey

No exemplo a seguir, se o Mailing Address ou seu alias, Mailing Address:, estiver sem as 
chaves detectadas pelo Amazon Textract, uma análise humana será iniciada. Ao usar o modelo 
de tarefa de operador padrão, a interface do usuário do operador solicitará que os operadores 
identifiquem a chave Mailing Address ou Mailing Address: e seu valor associado.

{ 
    "ConditionType": "MissingImportantFormKey", 
    "ConditionParameters": { 
        "ImportantFormKey": "Mailing Address", 
        "ImportantFormKeyAliases": ["Mailing Address:"] 
    }
}

Exemplo 5: Uso da amostragem e ImportantFormKeyConfidenceCheck com o operador And

Neste exemplo, 5% dos pares de valores-chave detectados pelo Amazon Textract cuja chave é Pay 
Date, PayDate, DateOfPay ou pay-date, com a confiança do bloco de chave-valor menor que 65 
e com as confianças de cada um dos blocos de palavras que compõem a chave e o valor inferiores a 
85, são enviados a operadores para análise.

{ 
  "Conditions": [ 
    { 
      "And": [ 
        { 
          "ConditionType": "Sampling", 
          "ConditionParameters": { 
            "RandomSamplingPercentage": 5 
          } 
        }, 
        { 
          "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
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                "ImportantFormKey": "Pay Date", 
                "ImportantFormKeyAliases": [ 
                    "PayDate", 
                    "DateOfPay", 
                    "pay-date" 
                ], 
                "KeyValueBlockConfidenceLessThan": 65, 
                "WordBlockConfidenceLessThan": 85 
            } 
        } 
      ] 
    } 
  ]
}

Exemplo 6: Uso da amostragem e ImportantFormKeyConfidenceCheck com o operador And

Use este exemplo para configurar seu fluxo de trabalho de análise humana para sempre enviar 
inferências de baixa confiança de um par chave-valor especificado para análise humana e amostrar 
a inferência de alta confiança de um par chave-valor a uma taxa especificada.

No exemplo a seguir, uma análise humana é iniciada de uma das seguintes maneiras:

• Pares de valores-chave detectados cuja chave é Pay Date, PayDate, DateOfPay ou pay-
date, com confianças de chave-valor e bloco de palavras inferiores a 60, serão enviados 
para análise humana. Somente a chave de formulário Pay Date (e seus aliases) e os valores 
associados são enviados aos operadores para análise.

• 5% dos pares de chave-valor detectados cuja chave é Pay Date, PayDate, DateOfPay ou
pay-date, com confianças de chave-valor e bloco de palavras maiores que 90, serão enviados 
para análise humana. Somente a chave de formulário Pay Date (e seus aliases) e os valores 
associados são enviados aos operadores para análise.

{ 
  "Conditions": [ 
    { 
      "Or": [ 
       { 
          "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Pay Date", 
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                "ImportantFormKeyAliases": [ 
                    "PayDate", 
                    "DateOfPay", 
                    "pay-date" 
                ], 
                "KeyValueBlockConfidenceLessThan": 60, 
                "WordBlockConfidenceLessThan": 60 
            } 
        }, 
        { 
            "And": [ 
                { 
                    "ConditionType": "Sampling", 
                    "ConditionParameters": { 
                        "RandomSamplingPercentage": 5 
                    } 
                }, 
                { 
                    "ConditionType": "ImportantFormKeyConfidenceCheck", 
                        "ConditionParameters": { 
                            "ImportantFormKey": "Pay Date", 
                            "ImportantFormKeyAliases": [ 
                                "PayDate", 
                                "DateOfPay", 
                                "pay-date" 
                        ], 
                        "KeyValueBlockConfidenceLessThan": 90 
                        "WordBlockConfidenceGreaterThan": 90 
                    } 
                } 
            ] 
        } 
      ] 
    } 
  ]
}

Exemplo 7: Uso da amostragem e ImportantFormKeyConfidenceCheck com o operador Or

No exemplo a seguir, a operação AnalyzeDocument do Amazon Textract retorna um par de 
valores-chave cuja chave é Pay Date, PayDate, DateOfPay ou pay-date, com a confiança do 
bloco de chave-valor inferior a 65 e as confianças de cada um dos blocos de palavras que compõem 
a chave e o valor inferiores a 85. Além disso, 5% de todos os outros formulários iniciam um loop 
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humano. Para cada formulário escolhido aleatoriamente, todos os pares de chave-valor detectados 
para esse formulário serão enviados para humanos para análise.

{ 
  "Conditions": [ 
    { 
      "Or": [ 
        { 
          "ConditionType": "Sampling", 
          "ConditionParameters": { 
            "RandomSamplingPercentage": 5 
          } 
        }, 
        { 
           "ConditionType": "ImportantFormKeyConfidenceCheck", 
            "ConditionParameters": { 
                "ImportantFormKey": "Pay Date", 
                "ImportantFormKeyAliases": [ 
                    "PayDate", 
                    "DateOfPay", 
                    "pay-date" 
                ], 
                "KeyValueBlockConfidenceLessThan": 65, 
                "WordBlockConfidenceLessThan": 85 
            } 
          } 
        } 
      ] 
    } 
  ]
}

Uso do esquema JSON de condições de ativação de loop humano com o Amazon Rekognition

Quando usada com o Amazon A2I, a operação DetectModerationLabels do Amazon 
Rekognition oferece suporte para as seguintes entradas nos parâmetros ConditionType:

• ModerationLabelConfidenceCheck – use este tipo de condição para criar um loop humano 
quando a confiança de inferência for baixa para um ou mais rótulos especificados.

• Sampling – use esta condição para especificar uma porcentagem de todas as inferências a 
serem enviadas para humanos para análise. Use essa condição para fazer o seguinte:
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• Auditar seu modelo de ML amostrando aleatoriamente todas as inferências do seu modelo e 
enviando uma porcentagem especificada para humanos para análise.

• Usando a condição ModerationLabelConfidenceCheck, faça uma amostragem aleatória 
de uma porcentagem das inferências que atenderam às condições especificadas em
ModerationLabelConfidenceCheck para iniciar um loop humano e enviar apenas a 
porcentagem especificada a humanos para análise.

Note

Se você enviar a mesma solicitação para DetectModerationLabels várias vezes, o 
resultado da Sampling não será alterado para a inferência dessa entrada. Por exemplo, se 
você fizer uma solicitação DetectModerationLabels uma vez, e a Sampling não iniciar 
um loop humano, as solicitações subsequentes para DetectModerationLabels com a 
mesma configuração não iniciarão um loop humano.

Ao criar uma definição de fluxo, se você usar o modelo de tarefa de operador padrão 
fornecido na seção Fluxos de trabalho de análise humana do console do Amazon SageMaker, 
as inferências enviadas para análise humana por essas condições de ativação serão 
incluídas na interface do usuário do operador quando ele abrir sua tarefa. Se você usar 
um modelo de tarefa de operador personalizado, será necessário incluir o elemento HTML
<task.input.selectedAiServiceResponse.blocks> personalizado para acessar essas 
inferências. Para obter um exemplo de um modelo personalizado que usa esse elemento HTML, 
consulte Exemplo de modelo personalizado do Amazon Rekognition.

Entradas do ModerationLabelConfidenceCheck

Para o ModerationLabelConfidenceCheck ConditionType, os seguintes
ConditionParameters são compatíveis:

• ModerationLabelName – O nome exato (que diferencia maiúsculas de minúsculas) de um
ModerationLabel detectado pela operação DetectModerationLabels do Amazon Rekognition. 
É possível especificar o valor especial genérico (*) para indicar qualquer rótulo de moderação.

• ConfidenceEquals

• ConfidenceLessThan

• ConfidenceLessThanEquals
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• ConfidenceGreaterThan

• ConfidenceGreaterThanEquals

Quando você usa o ModerationLabelConfidenceCheck ConditionType, o Amazon A2I envia 
inferências de rótulo para os rótulos especificados por você em ModerationLabelName para 
análise humana.

Entradas de amostragem

O Sampling ConditionType oferece suporte para RandomSamplingPercentage
ConditionParameters. A entrada para o parâmetro RandomSamplingPercentage deve ser um 
número real entre 0,01 e 100. Esse número representa a porcentagem de inferências qualificadas 
para uma análise humana que são enviadas para humanos para análise. Se você usar a condição
Sampling sem qualquer outra condição, esse número representará a porcentagem de todas as 
inferências que resultam de uma única solicitação DetectModerationLabel enviadas para 
humanos para análise.

Exemplos

Exemplo 1: Use ModerationLabelConfidenceCheck com o operador And

O exemplo a seguir de uma condição HumanLoopActivationConditions inicia um loop humano 
quando uma ou mais das seguintes condições forem atendidas:

• O Amazon Rekognition detecta o rótulo de moderação Graphic Male Nudity com uma 
confiança entre 90 e 99.

• O Amazon Rekognition detecta o rótulo de moderação Graphic Female Nudity com uma 
confiança entre 80 e 99.

Observe o uso dos operadores lógicos Or e And para modelar essa lógica.

Embora qualquer uma das duas condições sob o operador Or precise ser avaliada como true para 
que um loop humano seja criado, o Amazon Augmented AI avalia todas as condições. Os revisores 
humanos precisarão revisar os rótulos de moderação de todas as condições que foram avaliadas 
como true.

{ 
     "Conditions": [{ 
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         "Or": [{ 
                 "And": [{ 
                         "ConditionType": "ModerationLabelConfidenceCheck", 
                         "ConditionParameters": { 
                             "ModerationLabelName": "Graphic Male Nudity", 
                             "ConfidenceLessThanEquals": 99 
                         } 
                     }, 
                     { 
                         "ConditionType": "ModerationLabelConfidenceCheck", 
                         "ConditionParameters": { 
                             "ModerationLabelName": "Graphic Male Nudity", 
                             "ConfidenceGreaterThanEquals": 90 
                         } 
                     } 
                 ] 
             }, 
             { 
                 "And": [{ 
                         "ConditionType": "ModerationLabelConfidenceCheck", 
                         "ConditionParameters": { 
                             "ModerationLabelName": "Graphic Female Nudity", 
                             "ConfidenceLessThanEquals": 99 
                         } 
                     }, 
                     { 
                         "ConditionType": "ModerationLabelConfidenceCheck", 
                         "ConditionParameters": { 
                             "ModerationLabelName": "Graphic Female Nudity", 
                             "ConfidenceGreaterThanEquals": 80 
                         } 
                     } 
                 ] 
             } 
         ] 
     }]
}

Exemplo 2: Use ModerationLabelConfidenceCheck com o valor genérico (*)

No exemplo a seguir, se qualquer rótulo de moderação for detectado com uma confiança maior ou 
igual a 75, será iniciado um loop humano. Os analisadores humanos devem analisar todos os rótulos 
de moderação com pontuações de confiança maiores ou iguais a 75.
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{ 
    "Conditions": [ 
        { 
            "ConditionType": "ModerationLabelConfidenceCheck", 
            "ConditionParameters": { 
                "ModerationLabelName": "*", 
                "ConfidenceGreaterThanEquals": 75 
            } 
        } 
    ]
}

Exemplo 3: Usar amostragem

No exemplo a seguir, 5% das inferências do Amazon Rekognition de uma solicitação de
DetectModerationLabels serão enviadas a operadores humanos. Ao usar o modelo de tarefa 
de operador padrão fornecido no console do SageMaker, todos os rótulos de moderação retornados 
pelo Amazon Rekognition serão enviados a operadores para análise.

{ 
  "Conditions": [ 
    { 
      "ConditionType": "Sampling", 
      "ConditionParameters": { 
        "RandomSamplingPercentage": 5 
      } 
    } 
  ]
}

Exemplo 4: Uso da amostragem e ModerationLabelConfidenceCheck com o operador And

Neste exemplo, 5% das inferências do Amazon Rekognition do rótulo de moderação Graphic Male 
Nudity com uma confiança superior a 50 serão enviados para operadores para análise. Ao usar o 
modelo de tarefa de operador padrão fornecido no console do SageMaker, somente as inferências 
do rótulo Graphic Male Nudity serão enviadas a operadores para análise.

{ 
  "Conditions": [ 
    { 
      "And": [ 
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        { 
          "ConditionType": "Sampling", 
          "ConditionParameters": { 
            "RandomSamplingPercentage": 5 
          } 
        }, 
        { 
          "ConditionType": "ModerationLabelConfidenceCheck", 
          "ConditionParameters": { 
            "ModerationLabelName": "Graphic Male Nudity", 
            "ConfidenceGreaterThan": 50 
          } 
        } 
      ] 
    } 
  ]
}

Exemplo 5: Uso da amostragem e ModerationLabelConfidenceCheck com o operador And

Use este exemplo para configurar seu fluxo de trabalho de análise humana para sempre enviar 
inferências de baixa confiança de um rótulo especificado para análise humana e inferências de alta 
confiança de um rótulo a uma taxa especificada.

No exemplo a seguir, uma análise humana é iniciada de uma das seguintes maneiras:

• As inferências para o rótulo de moderação Graphic Male Nudity com confianças inferiores 
a 60 são sempre enviadas para análise humana. Somente o rótulo Graphic Male Nudity é 
enviado aos operadores para análise.

• 5% de todas as inferências do rótulo de moderação Graphic Male Nudity com pontuações de 
confiança superiores a 90 serão enviadas para análise humana. Somente o rótulo Graphic Male 
Nudity é enviado aos operadores para análise.

{ 
  "Conditions": [ 
    { 
      "Or": [ 
        { 
          "ConditionType": "ModerationLabelConfidenceCheck", 
          "ConditionParameters": { 
            "ModerationLabelName": "Graphic Male Nudity", 
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            "ConfidenceLessThan": 60 
          } 
        }, 
        { 
            "And": [ 
                { 
                    "ConditionType": "Sampling", 
                    "ConditionParameters": { 
                        "RandomSamplingPercentage": 5 
                    } 
                }, 
                { 
                    "ConditionType": "ModerationLabelConfidenceCheck", 
                    "ConditionParameters": { 
                        "ModerationLabelName": "Graphic Male Nudity", 
                        "ConfidenceGreaterThan": 90 
                    } 
                } 
            ] 
        } 
      ] 
    } 
  ]
}

Exemplo 6: Uso da amostragem e ModerationLabelConfidenceCheck com o operador Or

No exemplo a seguir, um loop humano será criado se a resposta de inferência do Amazon 
Rekognition contiver o rótulo “Graphic Male Nudity” (Nudez masculina gráfica) com confiança de 
inferência maior que 50. Além disso, 5% de todas as outras inferências iniciam um loop humano.

{ 
  "Conditions": [ 
    { 
      "Or": [ 
        { 
          "ConditionType": "Sampling", 
          "ConditionParameters": { 
            "RandomSamplingPercentage": 5 
          } 
        }, 
        { 
          "ConditionType": "ModerationLabelConfidenceCheck", 
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          "ConditionParameters": { 
            "ModerationLabelName": "Graphic Male Nudity", 
            "ConfidenceGreaterThan": 50 
          } 
        } 
      ] 
    } 
  ]
}

Excluir um fluxo de trabalho de análise humana

Quando você exclui um fluxo de trabalho da análise humana ou exclui sua AWS conta enquanto 
um ciclo humano está em andamento, o status do fluxo de trabalho de análise humana muda 
para Deleting. O Amazon A2I interrompe e exclui automaticamente todos os loops humanos 
associados se os trabalhadores não tiverem iniciado tarefas criadas por esses loops humanos. Se os 
operadores humanos já estiverem trabalhando em uma tarefa, essa tarefa continuará disponível até 
ser concluída ou expirar. Enquanto os trabalhadores ainda estiverem trabalhando em uma tarefa, o 
status do seu fluxo de trabalho de análise humana é Deleting. Se essas tarefas forem concluídas, 
os resultados serão armazenados no bucket do Amazon S3 especificado na definição do fluxo.

A exclusão de uma definição de fluxo não remove nenhuma resposta do trabalhador do 
bucket do S3. Se as tarefas forem concluídas, mas você excluir sua AWS conta, os resultados 
serão armazenados no bucket de serviços de IA Augmented por 30 dias e depois excluídos 
permanentemente.

Depois que todos os loops humanos forem excluídos, o fluxo de trabalho de análise humana será 
excluído permanentemente. Quando um fluxo de trabalho de análise humana é excluído, você pode 
reutilizar seu nome para criar um novo fluxo de trabalho de análise humana.

Você pode querer excluir um fluxo de trabalho de análise humana por qualquer um dos seguintes 
motivos:

• Você enviou dados para um conjunto de analisadores humanos e deseja excluir todos os loops 
humanos não iniciados porque não deseja mais que esses operadores trabalhem nessas tarefas.

• O modelo de tarefa de operador usado para gerar a interface do usuário do operador não é 
renderizado corretamente ou não está funcionando conforme o esperado.

Depois de excluir um fluxo de trabalho de análise humana, as seguintes alterações ocorrem:
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• O fluxo de trabalho de revisão humana não aparece mais na página Fluxos de trabalho de análise 
humana na área de IA Augmented do console do Amazon SageMaker.

• Quando você usa o nome do fluxo de trabalho de revisão humana como entrada para as 
operações da API DescribeFlowDefinition ou DeleteFlowDefinition, a Augmented AI 
retorna um erro ResourceNotFound.

• Quando você usa ListFlowDefinitions, fluxos de trabalho de análise humana excluídos não 
são incluídos nos resultados.

• Quando você utiliza o ARN do fluxo de trabalho de análise humana como entrada para a 
operação de API do Amazon A2I Runtime ListHumanLoops, o Augmented AI retorna um
ResourceNotFoundException.

Excluir uma definição de fluxo usando o console ou a API do SageMaker

Você pode excluir um fluxo de trabalho de análise humana na página Fluxos de trabalho de análise 
humana na área do Augmented AI no console do SageMaker ou utilizando a API do SageMaker.

As definições de fluxo só podem ser excluídas se seu status for Active.

Criar um fluxo de trabalho de análise humana (console)

1. Navegue até o console do Augmented AI console em https://console.aws.amazon.com/a2i/.

2. No painel de navegação, na seção Augmented AI, escolha Fluxos de trabalho de análise 
humana.

3. Selecione o nome do hiperlink do fluxo de trabalho de análise humana que você deseja excluir.

4. Na página Resumo do fluxo de trabalho de análise humana, escolha Excluir.

5. Na caixa de diálogo que solicita que você confirme se deseja excluir o fluxo de trabalho de 
análise humana, escolha Delete (Excluir).

Você é redirecionado automaticamente para a página Fluxos de trabalho de análise humana. 
Enquanto seu fluxo de trabalho de análise humana está sendo excluído, o status Excluindo aparece 
na coluna de status desse fluxo de trabalho. Depois de excluído, ele não aparece na lista de fluxos 
de trabalho nessa página.

Excluir um fluxo de trabalho de análise humana (API)

Você pode excluir um fluxo de trabalho de revisão humana (definição de fluxo) usando a operação 
da API DeleteFlowDefinition do SageMaker. Essa operação da API é compatível com a AWS 
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CLI e com uma variedade de SDKs específicos de idioma. A tabela a seguir mostra exemplos de 
solicitações usando o SDK for Python (Boto3) e o AWS CLI para excluir o fluxo de trabalho de 
análise humana, example-flow-definition.

AWS SDK for Python (Boto3)

O exemplo de solicitação a seguir utiliza o SDK para Python (Boto3) para excluir o fluxo de 
trabalho de revisão humana. Para obter mais informações, consulte delete_flow_definition na 
referência da API do AWS SDK para Python (Boto).

import boto3

sagemaker_client = boto3.client('sagemaker')
response = sagemaker_client.delete_flow_definition(FlowDefinitionName='example-flow-
definition')

AWS CLI

O exemplo de solicitação a seguir usa a AWS CLI para excluir o fluxo de trabalho de análise 
humana. Para obter mais informações, consulte delete-flow-definition na AWS CLI Referência de 
comandos.

$ aws sagemaker delete-flow-definition --flow-definition-name 'example-flow-
definition'

Se a ação for bem-sucedida, o Augmented AI reenviará uma resposta 200 HTTP com um corpo 
HTTP vazio.

Criar e iniciar um loop humano

Um loop humano inicia seu fluxo de trabalho de análise humana e envia tarefas de análise de dados 
para operadores humanos. Quando você usa um dos tipos de tarefa integrados da Amazon A2I, 
o serviço AWS correspondente cria e inicia um loop humano em seu nome quando as condições 
especificadas em sua definição de fluxo são atendidas. Se nenhuma condição for especificada em 
sua definição de fluxo, um loop humano é criado para cada objeto. Ao usar o Amazon A2I para uma 
tarefa personalizada, um loop humano é iniciado quando sua aplicação chama o StartHumanLoop.

Use as seguintes instruções para configurar um loop humano com os tipos de tarefa integrados do 
Amazon Rekognition ou do Amazon Textract e com os tipos de tarefa personalizados.
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Pré-requisitos

Para criar e iniciar um loop humano, você deve anexar a política AmazonAugmentedAIFullAccess
ao usuário (IAM) AWS Identity and Access Management ou pefil que configura ou inicia o 
loop humano. Essa é a identidade que você usará para configurar o loop humano usando
HumanLoopConfig para tipos de tarefas integradas. Para tipos de tarefa personalizados, essa é a 
identidade que você usa para chamar StartHumanLoop.

Além disso, ao usar um tipo de tarefa integrado, o usuário ou a função do deve ter permissão 
para invocar operações de API do serviço AWS associado ao tipo de tarefa. Por exemplo, 
se você estiver usando o Amazon Rekognition com o Augmented AI, é necessário anexar as 
permissões necessárias para chamar o DetectModerationLabels. Para obter exemplos de 
políticas baseadas em identidade que você pode usar para conceder essas permissões, consulte
Exemplos de políticas baseadas em identidade do Amazon Rekognition e Exemplos de políticas 
baseadas em identidade do Amazon Textract. Você também pode usar a política mais geral
AmazonAugmentedAIIntegratedAPIAccess para conceder essas permissões. Para obter mais 
informações, consulte Crie um usuário com permissões para invocar as operações da API Amazon 
A2I, Amazon Textract e Amazon Rekognition.

Para criar e iniciar um loop humano, você precisa do ARN de uma definição de fluxo. Para saber 
como criar uma definição de fluxo (ou fluxo de trabalho de análise humana), consulte Criar um fluxo 
de trabalho de análise humana.

Important

Amazon A2I requer que todos os buckets do S3 que contenham dados de imagem de 
entrada para loops humanos tenham uma política CORS (Cross-Origin Resource Sharing) 
anexada. Para saber mais sobre essa mudança, consulte Requisitos de permissão do 
CORS.

Criar e iniciar um loop humano para um tipo de tarefa incorporado

Para iniciar um loop humano usando um tipo de tarefa incorporado, utilize a API correspondente 
do serviço para fornecer seus dados de entrada e configurar o loop humano. Para o Amazon 
Textract, você usa a operação da API AnalyzeDocument. Para o Amazon Rekognition, você usa a 
operação da API DetectModerationLabels. Você pode usar a AWS CLI, ou um SDK específico 
de linguagem para criar solicitações usando essas operações de API.
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Important

Ao criar um loop humano usando um tipo de tarefa incorporado, você pode usar
DataAttributes para especificar um conjunto ContentClassifiers relacionado à 
entrada fornecida à StartHumanLoop operação. Use classificadores de conteúdo para 
declarar que seu conteúdo não contém informações de identificação pessoal ou conteúdo 
adulto.
Para usar o Amazon Mechanical Turk, certifique-se de que seus dados estejam livres de 
informações de identificação pessoal, incluindo informações de saúde protegidas pela 
HIPAA. Inclua o classificador de FreeOfPersonallyIdentifiableInformation
conteúdo. Se você não usar esse classificador de conteúdo, o SageMaker não enviará sua 
tarefa para o Mechanical Turk. Se os seus dados não contiverem conteúdo adulto, inclua 
também o classificador 'FreeOfAdultContent'. Se você não usar esses classificadores 
de conteúdo, o SageMaker poderá restringir os operadores do Mechanical Turk que podem 
visualizar a tarefa.

Após iniciar seu trabalho de aprendizado de máquina utilizando a API do serviço AWS do tipo 
de tarefa incorporado, o Amazon A2I monitora os resultados da inferência desse serviço. Por 
exemplo, ao executar um trabalho com o Amazon Rekognition, o Amazon A2I verifica a pontuação 
de confiança de inferência de cada imagem e compara-a com os limites de confiança especificados 
em sua definição de fluxo. Se as condições para iniciar uma tarefa de análise humana forem 
atendidas ou se você não tiver especificado condições na definição de fluxo, uma tarefa de análise 
humana será enviada aos operadores.

Criar uma loop humano do Amazon Textract

O Amazon A2I se integra com o Amazon Textract, permitindo que você configure e inicie um loop 
humano por meio da API do Amazon Textract. Para enviar um arquivo de documento para o Amazon 
Textract para análise de documentos, você utiliza a operação de API AnalyzeDocument do 
Amazon Textract. Para adicionar um loop humano a esse trabalho de análise de documentos, você 
deve configurar o parâmetro HumanLoopConfig.

Quando você configura seu loop humano, a definição FlowDefinitionArn de fluxo especificada 
em ou HumanLoopConfig deve estar localizada na mesma AWS região Bucket do bucket 
identificado no parâmetro Document.
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A tabela a seguir mostra exemplos de como usar essa operação com AWS CLI e AWS SDK for 
Python (Boto3).

AWS SDK for Python (Boto3)

O exemplo de solicitação a seguir utiliza o SDK para Python (Boto3). Para obter mais 
informações, consulte analyze_document na Referência da API AWS para o SDK Python (Boto).

import boto3

textract = boto3.client('textract', aws_region)

response = textract.analyze_document( 
            Document={'S3Object': {'Bucket': bucket_name, 'Name': document_name}}, 
            FeatureTypes=["TABLES", "FORMS"], 
            HumanLoopConfig={ 
                'FlowDefinitionArn': 
 'arn:aws:sagemaker:aws_region:aws_account_number:flow-definition/flow_def_name', 
                'HumanLoopName': 'human_loop_name', 
                'DataAttributes': {'ContentClassifiers': 
 ['FreeOfPersonallyIdentifiableInformation','FreeOfAdultContent']} 
            } 
          )

AWS CLI

O exemplo de solicitação a seguir usa a AWS CLI. Para obter mais informações, consulte
analyze-document na Referência de comandos da AWS CLI.

$ aws textract analyze-document \ 
     --document '{"S3Object":{"Bucket":"bucket_name","Name":"document_name"}}' \ 
     --human-loop-config 
 HumanLoopName="human_loop_name",FlowDefinitionArn="arn:aws:sagemaker:aws-
region:aws_account_number:flow-
definition/
flow_def_name",DataAttributes='{ContentClassifiers=["FreeOfPersonallyIdentifiableInformation", 
 "FreeOfAdultContent"]}' \ 
     --feature-types '["TABLES", "FORMS"]'

$ aws textract analyze-document \ 
     --document '{"S3Object":{"Bucket":"bucket_name","Name":"document_name"}}' \ 
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     --human-loop-config \ 
          
 '{"HumanLoopName":"human_loop_name","FlowDefinitionArn":"arn:aws:sagemaker:aws_region:aws_account_number:flow-
definition/flow_def_name","DataAttributes": {"ContentClassifiers":
["FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent"]}}' \ 
     --feature-types '["TABLES", "FORMS"]'

Após executar AnalyzeDocument com um loop humano configurado, o Amazon A2I monitora os 
resultados de AnalyzeDocument e os verifica em relação às condições de ativação definidas no 
fluxo. Se a pontuação de confiança na inferência do Amazon Textract para um ou mais pares chave-
valor atender às condições para revisão, o Amazon A2I inicia um loop de revisão humana e inclui o 
objeto HumanLoopActivationOutput na resposta do AnalyzeDocument.

Crie um loop humano do Amazon Rekognition

O Amazon A2I integra-se com o Amazon Rekognition, permitindo que você configure e inicie um loop 
humano por meio da API do Amazon Rekognition. Para enviar imagens para o Amazon Rekognition 
para moderação de conteúdo, você usa a operação da API DetectModerationLabels do Amazon 
Rekognition. Para configurar um loop humano, defina o parâmetro HumanLoopConfig ao configurar
DetectModerationLabels.

Quando você configura seu loop humano, a definição FlowDefinitionArn de fluxo especificada 
em ou HumanLoopConfig deve estar localizada na mesma AWS região Bucket do S3 bucket 
identificado no parâmetro Image.

A tabela a seguir mostra exemplos de como usar essa operação com AWS CLI e AWS SDK for 
Python (Boto3).

AWS SDK for Python (Boto3)

O exemplo de solicitação a seguir utiliza o SDK para Python (Boto3). Para obter mais 
informações, consulte detect_moderation_labels na Referência de API do AWS SDK para Python 
(Boto).

import boto3

rekognition = boto3.client("rekognition", aws_region)

response = rekognition.detect_moderation_labels( \ 
        Image={'S3Object': {'Bucket': bucket_name, 'Name': image_name}}, \ 
        HumanLoopConfig={ \ 
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            'HumanLoopName': 'human_loop_name', \ 
            'FlowDefinitionArn': , 
 "arn:aws:sagemaker:aws_region:aws_account_number:flow-definition/flow_def_name" \ 
            'DataAttributes': {'ContentClassifiers': 
 ['FreeOfPersonallyIdentifiableInformation','FreeOfAdultContent']} 
         })

AWS CLI

O exemplo de solicitação a seguir usa a AWS CLI. Para obter mais informações, consulte detect-
moderation-labels na AWS CLI Referência de comandos.

$ aws rekognition detect-moderation-labels \ 
    --image "S3Object={Bucket='bucket_name',Name='image_name'}" \ 
    --human-loop-config 
 HumanLoopName="human_loop_name",FlowDefinitionArn="arn:aws:sagemaker:aws_region:aws_account_number:flow-
definition/
flow_def_name",DataAttributes='{ContentClassifiers=["FreeOfPersonallyIdentifiableInformation", 
 "FreeOfAdultContent"]}'

$ aws rekognition detect-moderation-labels \ 
    --image "S3Object={Bucket='bucket_name',Name='image_name'}" \ 
    --human-loop-config \ 
        '{"HumanLoopName": "human_loop_name", "FlowDefinitionArn": 
 "arn:aws:sagemaker:aws_region:aws_account_number:flow-
definition/flow_def_name", "DataAttributes": {"ContentClassifiers": 
 ["FreeOfPersonallyIdentifiableInformation", "FreeOfAdultContent"]}}'

Após executar DetectModerationLabels com um loop humano configurado, o Amazon A2I 
monitora os resultados de DetectModerationLabels e os verifica em relação às condições de 
ativação definidas no fluxo. Se a pontuação de confiança na inferência do Amazon Rekognition 
para uma imagem atender às condições para revisão, o Amazon A2I inicia um loop de revisão 
humana e inclui o elemento de resposta HumanLoopActivationOutput na resposta do
DetectModerationLabels.

Criar e iniciar um loop humano para um tipo de tarefa personalizado

Para configurar um loop humano para uma tarefa de análise humana personalizada, use a operação
StartHumanLoop em seu aplicativo. Esta seção fornece um exemplo de uma solicitação de loop 

Criar e iniciar um loop humano 2090

https://docs.aws.amazon.com/cli/latest/reference/rekognition/detect-moderation-labels.html
https://docs.aws.amazon.com/cli/latest/reference/rekognition/detect-moderation-labels.html
https://docs.aws.amazon.com/cli/latest/reference/


Amazon SageMaker Guia do Desenvolvedor

humano usando o AWS SDK for Python (Boto3) e a AWS Command Line Interface (AWS CLI). 
Para a documentação de outros SDKs específicos de linguagem que suportam StartHumanLoop, 
consulte a seção Veja também de StartHumanLoop na documentação da API do Amazon 
Augmented AI Runtime. Consulte Casos de uso e exemplos usando o Amazon A2I para ver 
exemplos que demonstram como usar o Amazon A2I com um tipo de tarefa personalizado.

Pré-requisitos

Para concluir este procedimento, você precisa:

• Dados de entrada formatados como uma representação de string de um arquivo em formato 
JSON.

• O nome de recurso da Amazon (ARN) de sua definição de fluxo

Como configurar o loop humano

1. Em DataAttributes, especifique um conjunto de ContentClassifiers relacionados à 
entrada fornecida para a operação StartHumanLoop. Use classificadores de conteúdo para 
declarar que seu conteúdo não contém informações de identificação pessoal ou conteúdo 
adulto.

Para utilizar o Amazon Mechanical Turk, certifique-se de que seus dados estejam livres de 
informações pessoais identificáveis, incluindo informações de saúde protegidas sob a HIPAA, 
e inclua o classificador de conteúdo FreeOfPersonallyIdentifiableInformation. 
Se você não usar esse classificador de conteúdo, o SageMaker não enviará sua tarefa para 
o Mechanical Turk. Se os seus dados não contiverem conteúdo adulto, inclua também o 
classificador 'FreeOfAdultContent'. Se você não usar esses classificadores de conteúdo, o 
SageMaker poderá restringir os operadores do Mechanical Turk que podem visualizar a tarefa.

2. Em FlowDefinitionArn, insira o nome de recurso da Amazon (ARN) da sua definição de 
fluxo.

3. Em HumanLoopInput, insira os dados de entrada como uma representação de string de um 
arquivo em formato JSON. Estruture os dados de entrada e o modelo de tarefa de operador 
personalizado para que os dados de entrada sejam exibidos corretamente para operadores 
humanos quando você iniciar o loop humano. Consulte Visualizar um modelo de tarefa de 
operador para saber como visualizar seu modelo de tarefa de operador personalizado.
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4. Em HumanLoopName, insira um nome para o loop humano. O nome deve ser exclusivo na 
região da sua conta da e pode ter até 63 caracteres. Os caracteres válidos são a-z, 0-9 e - 
(hífen).

Como iniciar um loop humano

• Para iniciar um loop humano, envie uma solicitação semelhante aos exemplos a seguir usando o 
SDK específico à linguagem de sua preferência.

AWS SDK for Python (Boto3)

O exemplo de solicitação a seguir utiliza o SDK para Python (Boto3). Para obter mais 
informações, consulte o Boto 3 Augmented AI Runtime na Referência da API AWS para Python 
(Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')

response = a2i_runtime_client.start_human_loop( 
    HumanLoopName='human_loop_name', 
    FlowDefinitionArn='arn:aws:sagemaker:aws-region:xyz:flow-
definition/flow_def_name', 
    HumanLoopInput={ 
        'InputContent': '{"InputContent": {\"prompt\":\"What is the answer?\"}}'    
    }, 
    DataAttributes={ 
        'ContentClassifiers': [ 
             'FreeOfPersonallyIdentifiableInformation'|'FreeOfAdultContent', 
        ] 
    }
)

AWS CLI

O exemplo de solicitação a seguir usa a AWS CLI. Para obter mais informações, consulte start-
human-loop na Referência de comandos da AWS CLI.

$ aws sagemaker-a2i-runtime start-human-loop 
        --flow-definition-arn 'arn:aws:sagemaker:aws_region:xyz:flow-
definition/flow_def_name' \ 
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        --human-loop-name 'human_loop_name' \ 
        --human-loop-input '{"InputContent": "{\"prompt\":\"What is the answer?
\"}"}' \ 
        --data-attributes 
 ContentClassifiers="FreeOfPersonallyIdentifiableInformation","FreeOfAdultContent" \

Ao iniciar com êxito um loop humano invocando StartHumanLoop diretamente, a resposta inclui um
HumanLoopARN e um objeto HumanLoopActivationResults que é definido como NULL. Você 
pode usar esse nome do loop humano para monitorar e gerenciar o loop humano.

Próximas etapas:

Após iniciar um loop humano, você pode gerenciá-lo e monitorá-lo usando a API do Amazon 
Augmented AI Runtime e o Amazon CloudWatch Events. Para saber mais, consulte Monitorar e 
gerenciar seu loop humano.

Excluir um loop humano

Quando você exclui um loop humano, o status muda para Deleting. Quando o loop humano é 
excluído, a tarefa de análise humana associada não está mais disponível para os operadores. Talvez 
você queira excluir um loop humano em uma das seguintes circunstâncias:

• O modelo de tarefa do trabalhador usado para gerar a interface do usuário do trabalhador não está 
sendo renderizado corretamente ou não está funcionando conforme esperado.

• Um único objeto de dados foi acidentalmente enviado aos operadores várias vezes.

• Você não precisa mais de um objeto de dados revisado por uma pessoa.

Se o status de um loop humano for InProgress, você deverá interromper o loop humano antes de 
excluí-lo. Quando você interrompe um loop humano, o status muda para Stopping enquanto ele 
está sendo interrompido. Quando você exclui um loop humano, o status muda para Stopped.

Se os trabalhadores humanos já estiverem trabalhando em uma tarefa quando você interrompe 
o loop humano associado, essa tarefa continua disponível até ser concluída ou expirar. Enquanto 
os trabalhadores ainda estiverem trabalhando em uma tarefa, o status do seu fluxo de trabalho de 
loop humana é Stopping. Se essas tarefas forem concluídas, os resultados serão armazenados 
no URI do bucket do Amazon S3 especificado no seu fluxo de trabalho de revisão humana. Se o 
operador deixar a tarefa sem enviar o trabalho, ela será interrompida e o trabalhador não poderá 
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retornar à tarefa. Se nenhum operador tiver começado a trabalhar na tarefa, ela será interrompida 
imediatamente.

Se você excluir a AWS conta usada para criar o loop humano, ela será interrompida e excluída 
automaticamente.

Retenção e exclusão de dados do loop humano

Quando um operador humano completa uma tarefa de revisão humana, os resultados são 
armazenados no bucket de saída do Amazon S3 que você especificou no fluxo de trabalho de 
revisão humana usado para criar o loop humano. Excluir ou interromper um loop humano não 
remove nenhuma resposta de trabalho do seu bucket do S3.

Além disso, o Amazon A2I armazena temporariamente dados de entrada e saída de loop humano 
internamente pelos seguintes motivos:

• Se você configurar seus loops humanos para que um único objeto de dados seja enviado para 
revisão por vários operadores, o Amazon A2I não escreve os dados de saída no seu bucket do 
S3 até que todos os operadores tenham concluído a tarefa de revisão. O Amazon A2I armazena 
respostas parciais — respostas de operadores individuais — internamente para que possa gravar 
resultados completos em seu bucket do S3.

• Se você relatar um resultado de avaliação humana de baixa qualidade, a Amazon A2I poderá 
investigar e responder ao seu problema.

• Se você perder o acesso ou excluir o bucket S3 de saída especificado no fluxo de trabalho de 
revisão humana usado para criar um loop humano e a tarefa já tiver sido enviada a um ou mais 
operadores, o Amazon A2I precisará de um local para armazenar temporariamente os resultados 
da revisão humana.

O Amazon A2I exclui esses dados internamente 30 dias após o status de um loop humano mudar 
para um dos seguintes: Deleted, Stopped ou Completed. Em outras palavras, os dados são 
excluídos 30 dias após a conclusão, interrupção ou exclusão do loop humano. Além disso, esses 
dados são excluídos após 30 dias se você fechar a AWS conta usada para criar loops humanos 
associados.

Parar e excluir uma definição de fluxo usando o console ou a API do Amazon A2I

Você pode interromper e excluir um loop humano no console do Augmented AI ou usando a API do 
SageMaker. Quando você exclui um loop humano, o status muda para Deleted.

Excluir um loop humano 2094



Amazon SageMaker Guia do Desenvolvedor

Excluir um loop humano (console)

1. Navegue até o console do Augmented AI em https://console.aws.amazon.com/a2i/.

2. No painel de navegação, na seção Augmented AI, escolha Fluxos de trabalho de análise 
humana.

3. Escolha o nome hiperlinkado do fluxo de trabalho de revisão humana que você usou para criar o 
loop humano que deseja excluir.

4. Na seção Loops humanos na parte inferior da página, selecione o loop humano que você deseja 
interromper e excluir.

5. Se o status do loop humano for Completed, Stopped ou Failed, selecione Excluir.

Se o Status do loop humano for InProgress, selecione Parar. Quando o status mudar para
Parado, selecione Excluir.

Excluir um loop humano (API)

1. Verifique o status do seu loop humano usando a operação da API DescribeHumanLoop
Augmented AI Runtime. Veja exemplos usando essa operação na tabela a seguir.

AWS SDK for Python (Boto3)

O exemplo a seguir usa o SDK para Python (Boto3) para descrever o loop humano chamado
example-human-loop. Para obter mais informações, consulte describe_human_loop na
Referência de API do AWS SDK para Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
response = a2i_runtime_client.describe_human_loop(HumanLoopName='example-human-
loop')
human_loop_status = response['HumanLoopStatus']
print(f'example-human-loop status is: {human_loop_status}')

AWS CLI

O exemplo a seguir utiliza a CLI do AWS para descrever o loop humano chamado example-
human-loop. Para obter mais informações, consulte describe-human-loop na Referência de 
comandos da AWS CLI.
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$ aws sagemaker-a2i-runtime describe-human-loop --human-loop-name 'example-
human-loop'

2. Se o status da definição de fluxo for Completed, Stopped, ou Failed, exclua a definição de 
fluxo usando a operação DeleteHumanLoop da Augmented AI Runtime API.

AWS SDK for Python (Boto3)

O exemplo a seguir utiliza o SDK para Python (Boto3) para excluir o loop humano chamado
example-human-loop. Para obter mais informações, consulte delete_human_loop na
Referência de API do AWS SDK para Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
response = a2i_runtime_client.delete_human_loop(HumanLoopName='example-human-
loop')

AWS CLI

O exemplo a seguir utiliza a CLI do AWS para excluir o loop humano chamado example-
human-loop. Para obter mais informações, consulte describe-human-loop na Referência de 
comandos da AWS CLI.

$ aws sagemaker-a2i-runtime delete-human-loop --human-loop-name 'example-human-
loop'

Se o status do loop humano for InProgress, interrompa o uso do loop humano
StopHumanLoop e use DeleteHumanLoop para excluí-lo.

AWS SDK for Python (Boto3)

O exemplo a seguir usa o SDK para Python (Boto3) para descrever o loop humano chamado
example-human-loop. Para obter mais informações, consulte stop_human_loop na
Referência de API do AWS SDK para Python (Boto).

import boto3

a2i_runtime_client = boto3.client('sagemaker-a2i-runtime')
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response = a2i_runtime_client.stop_human_loop(HumanLoopName='example-human-
loop')

AWS CLI

O exemplo a seguir utiliza a CLI do AWS para descrever o loop humano chamado example-
human-loop. Para obter mais informações, consulte stop-human-loop na Referência de 
comandos da AWS CLI.

$ aws sagemaker-a2i-runtime stop-human-loop --human-loop-name 'example-human-
loop'

Criar e gerenciar modelos de tarefas de operadores

Você pode criar uma interface de usuário de tarefas para seus operadores criando um modelo de 
tarefa do operador. Um modelo de tarefa de trabalho é um arquivo HTML usado para exibir seus 
dados de entrada e as instruções para ajudar os operadores a concluir sua tarefa.

Para os tipos de tarefa Amazon Rekognition ou Amazon Textract, você pode personalizar um modelo 
de tarefa de operador predefinido usando uma interface gráfica de usuário (GUI) e evitar a interação 
com o código HTML. Para essa opção, use as instruções em Criar um fluxo de trabalho de análise 
humana (console) para criar um fluxo de trabalho de revisão humana e personalizar seu modelo de 
tarefa de operador no console do Amazon SageMaker. Depois de criar um modelo usando essas 
instruções, ele aparece na página de modelos de tarefas de trabalho do console da Augmented AI.

Se você estiver criando um fluxo de trabalho de revisão humana para um tipo de tarefa 
personalizado, deverá criar um modelo de tarefa de operador personalizado usando o código HTML. 
Para obter mais informações, consulte Criar modelos personalizados de tarefas para operadores.

Se você criar seu modelo usando HTML, deverá usar esse modelo para gerar uma interface de 
usuário de tarefa humana Amazon A2I Amazon Resource Name (ARN) no console Amazon A2I. 
Esse Nome de recurso da Amazon (ARN) tem o seguinte formato: arn:aws:sagemaker:<aws-
region>:<aws-account-number>:human-task-ui/<template-name>. Esse ARN está 
associado a um recurso de modelo de tarefa do operador que você pode usar em um ou mais fluxos 
de trabalho de revisão humana (definições de fluxo).

Gere um ARN de interface de usuário com o modelo de tarefa de operador seguindo as 
instruções encontradas em Criar um modelo de tarefa de trabalho ou usando a operação da API
CreateHumanTaskUi.
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Tópicos

• Criar e excluir modelos de tarefa de operador

• Criar modelos personalizados de tarefas para operadores

• Criar instruções para o bom operador

Criar e excluir modelos de tarefa de operador

É possível usar um modelo de trabalho para personalizar a interface e as instruções que os 
operadores veem ao trabalhar nas tarefas. Use as instruções desta página para criar um modelo 
de tarefa de operador na área do Augmented AI do console do Amazon SageMaker. Um modelo 
inicial é fornecido para as tarefas do Amazon Textract e do Amazon Rekognition. Para saber como 
personalizar seu modelo usando elementos crowd de HTML, consulte Criar modelos personalizados 
de tarefas para operadores.

Quando você cria um modelo de tarefa de operador na página de modelos de tarefa de operador 
na área de IA aprimorada do console do SageMaker, um ARN de modelo de tarefa de operador 
é gerado. Use este ARN como a entrada para HumanTaskUiArn ao criar uma definição de fluxo 
usando a operação da API do CreateFlowDefinition. Você pode escolher esse modelo ao criar 
um fluxo de trabalho de revisão humana na página de fluxos de trabalho de revisão humana do 
console.

Se você estiver criando um recurso de modelo de tarefa de operador para um tipo de tarefa do 
Amazon Textract ou do Amazon Rekognition, você pode visualizar a interface do usuário do operador 
gerada a partir do seu modelo na página do console dos modelos de tarefas de operador. Você deve 
anexar a política descrita na Habilitar visualizações do modelo de tarefa de operador  função do IAM 
que você usa para visualizar o modelo.

Criar um modelo de tarefa de trabalho

Você pode criar um modelo de tarefa de trabalho usando o console do SageMaker e usando a 
operação da API SageMaker. CreateHumanTaskUi

Como criar um modelo de tarefa de operador (console)

1. Abra o console do Amazon A2I em https://console.aws.amazon.com/ecs/.

2. Em Amazon Augmented AI no painel de navegação à esquerda, selecione Modelos de tarefa de 
operador.
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3. Selecione Create template (Criar modelo).

4. Em Template name (Nome do modelo), insira um nome exclusivo.

5. (Opcional) Insira um Perfil do IAM que conceda ao Amazon A2I as permissões necessárias para 
chamar serviços em seu nome.

6. Em Tipo de modelo, escolha um tipo de modelo no menu suspenso. Se você estiver criando 
um modelo para uma tarefa de Textract-form extraction (Extração de formulário do Textract)
ou Rekognition-image moderation (Moderação de imagem do Rekognition), escolha a opção 
apropriada.

7. Insira os elementos do modelo personalizado da seguinte maneira:

• Se você selecionou o modelo de tarefa do Amazon Textract ou do Amazon Rekognition, o
Editor de modelo é preenchido automaticamente com um modelo padrão que você pode 
personalizar.

• Se estiver usando um modelo personalizado, insira o modelo predefinido no editor.

8. (Opcional) Para concluir esta etapa, você deve fornecer um ARN do perfil do IAM com 
permissão para ler objetos do Amazon S3 que serão renderizados na interface do usuário na
Etapa 5.

Você só pode visualizar seu modelo se estiver criando modelos para o Amazon Textract ou o 
Amazon Rekognition.

Selecione Ver prévia para visualizar a interface e as instruções que os operadores veem. Essa é 
uma visualização interativa. Depois de concluir a tarefa de exemplo e selecionar Submit (Enviar), 
você verá a saída resultante da tarefa que acabou de executar.

Se estiver criando um modelo de tarefa de operador para um tipo de tarefa personalizado, você 
poderá visualizar a interface do usuário da tarefa de operador usando RenderUiTemplate. 
Para obter mais informações, consulte Visualizar um modelo de tarefa de operador.

9. Quando estiver satisfeito com o modelo, selecione Create (Criar).

Depois de criar o modelo, é possível selecioná-lo ao criar um fluxo de trabalho de revisão humana no 
console. O modelo também aparece na seção do Amazon Augmented AI do console SageMaker em
Modelos de tarefa de operador. Selecione o modelo para visualizar seu ARN. Use esse ARN ao usar 
a operação da API CreateFlowDefinition.

Crie um modelo de tarefa de operador usando um modelo de tarefa de trabalhador (API)
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Para gerar um modelo de tarefa de trabalho usando a CreateHumanTaskUioperação da API 
SageMaker, especifique um nome para sua interface HumanTaskUiName de usuário e insira seu 
modelo HTML abaixo. Content UiTemplate Encontre documentação sobre SDKs específicos 
de linguagem que oferecem suporte a essa operação de API na seção Consulte também do.
CreateHumanTaskUi

Excluir um modelo de tarefa de trabalho

Depois de criar um modelo de tarefa de trabalho, você pode excluí-lo usando o console do 
SageMaker ou a operação da API do SageMaker. DeleteHumanTaskUi

Ao excluir um modelo de tarefa de trabalho, você não pode usar fluxos de trabalho de revisão 
humana (definições de fluxo) criados usando esse modelo para iniciar loops humanos. Todos 
os loops humanos que já foram criados usando o modelo de tarefa de trabalho que você exclui 
continuam sendo processados até a conclusão e não são afetados.

Excluir um modelo de tarefa de trabalho (console)

1. Abra o console do Amazon A2I em https://console.aws.amazon.com/ecs/.

2. Em Amazon Augmented AI no painel de navegação à esquerda, selecione Modelos de tarefa de 
operador.

3. Selecione o modelo que você deseja excluir.

4. Selecione Excluir.

5. Um modal aparece para confirmar sua escolha. Selecione Excluir.

Excluir um modelo de tarefa de trabalho (API)

Para excluir um modelo de tarefa de trabalho usando a DeleteHumanTaskUioperação da API 
SageMaker, especifique o nome da sua interface de usuário em. HumanTaskUiName

Criar modelos personalizados de tarefas para operadores

Crowd HTML Elements são componentes Web que fornecem uma série de widgets e elementos de 
design e tarefas que podem ser adaptados à pergunta que você deseja fazer. Você pode usar esses 
elementos de público para criar um modelo personalizado de trabalhador e integrá-lo a um fluxo de 
trabalho de revisão humana do Amazon Augmented AI (Amazon A2I) para personalizar o console do 
trabalhador e as instruções.

Criar e gerenciar modelos de tarefas de operadores 2100

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHumanTaskUi.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHumanTaskUi.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteHumanTaskUi.html
https://console.aws.amazon.com/a2i
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteHumanTaskUi.html


Amazon SageMaker Guia do Desenvolvedor

Para obter uma lista de todos os elementos de público HTML disponíveis para os usuários do 
Amazon A2I, consulte Referência do Crowd HTML Elements. Para exemplos de modelos, consulte o
repositório GitHub AWS, que contém mais de 60 modelos de tarefas personalizadas de amostra.

Desenvolver modelos localmente

No console para testar como o modelo processa os dados de entrada recebidos, é possível testar 
a aparência dos elementos HTML e dos elementos personalizados do modelo no navegador, 
adicionando o seguinte código à parte superior do arquivo HTML:

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>

Isso carrega o código necessário para renderizar os elementos HTML personalizados. Use esse 
código caso deseje desenvolver a aparência de seu modelo no editor de sua preferência, e não no 
console.

Esse código não analisará suas variáveis. Você pode querer substituí-las por um conteúdo de 
amostra ao desenvolver localmente.

Usar ativos externos

Os modelos personalizados do Amazon Augmented AI permitem que você incorpore scripts externos 
e folhas de estilo. Por exemplo, o cabeçalho a seguir incorpora um nome de folha de estilo de text/
css stylesheet localizado em https://www.example.com/my-enhancement-styles.css
no modelo personalizado.

Example

<script src="https://www.example.com/my-enhancment-script.js"></script>
<link rel="stylesheet" type="text/css" href="https://www.example.com/my-enhancement-
styles.css">

Se encontrar erros, verifique se o servidor de origem está enviando o tipo MIME e os cabeçalhos de 
codificação corretos com os ativos.

Por exemplo, o tipo MIME e de codificação para scripts remotos são application/
javascript;CHARSET=UTF-8.

O MIME e o tipo de codificação das folhas de estilo remotas são text/css;CHARSET=UTF-8.
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Rastrear as variáveis

Ao criar um modelo personalizado, adicione variáveis a ele para representar as partes de dados que 
podem mudar de tarefa para tarefa ou de operador para operador. Se você estiver começando com 
um dos modelos de amostra, será necessário estar ciente das variáveis que ele já usa.

Por exemplo, para um modelo personalizado que integra um ciclo de revisão humana 
do Amazon Augmented AI com uma tarefa de revisão de texto do Amazon Textract, o
{{ task.input.selectedAiServiceResponse.blocks }} é usado como dados de 
entrada de valor inicial. Para a integração do Amazon Augmented AI (Amazon A2I) com o Amazon 
Rekognition, {{ task.input.selectedAiServiceResponse.moderationLabels }} é 
usado. Para um tipo de tarefa personalizado, é necessário determinar o parâmetro de entrada para 
o tipo de tarefa. Use {{ task.input.customInputValuesForStartHumanLoop}} onde você 
especificar customInputValuesForStartHumanLoop.

Exemplo de modelo personalizado do Amazon Textract

Todos os modelos personalizados começam e terminam com os elementos <crowd-form> </
crowd-form>. Como os elementos HTML padrão de <form>, todo o seu código de formulário deve 
estar entre esses elementos.

Para uma tarefa de análise de documentos do Amazon Textract, use o elemento <crowd-
textract-analyze-document>. Ele usa os seguintes atributos:

• src - Especifica o URL do arquivo de imagem a ser anotado.

• initialValue - Define valores iniciais para atributos encontrados na interface do usuário do 
operador.

• blockTypes (obrigatório) - Determina o tipo de análise que os operadores podem fazer. No 
momento, somente KEY_VALUE_SET é compatível.

• keys (obrigatório) - Especifica novas chaves e o valor de texto associado que o operador pode 
adicionar.

• no-key-edit (obrigatório) - Impede que os operadores editem as chaves de anotações 
transmitidas pelo initialValue.

• no-geometry-edit - impede que os operadores editem os polígonos das anotações 
transmitidas pelo initialValue.

Para os filhos do elemento <crowd-textract-analyze-document>, é necessário ter duas 
Regiões. É possível usar elementos HTML e CSS arbitrários nessas regiões.
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• <full-instructions> - Instruções que estão disponíveis no link Visualizar instruções 
completas na ferramenta. É possível deixar isso em branco, mas recomendamos que você forneça 
instruções completas para obter melhores resultados.

• <short-instructions>- Uma breve descrição da tarefa que aparece na barra lateral da 
ferramenta. É possível deixar isso em branco, mas recomendamos que você forneça instruções 
completas para obter melhores resultados.

Um modelo do Amazon Textract seria semelhante ao seguinte.

Example

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.document.s3Object.bucket }}/
{{ task.input.aiServiceRequest.document.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-textract-analyze-document 
    src="{{ s3_uri | grant_read_access }}" 
    initial-value="{{ task.input.selectedAiServiceResponse.blocks }}" 
    header="Review the key-value pairs listed on the right and correct them if they 
 don't match the following document." 
    no-key-edit 
    no-geometry-edit 
    keys="{{ task.input.humanLoopContext.importantFormKeys }}" 
    block-types="['KEY_VALUE_SET']" 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
        .instructionsImage { 
          display: inline-block; 
          max-width: 100%; 
        } 
      </style> 
      <p class='instructions'>Choose a key-value block to highlight the corresponding 
 key-value pair in the document.

If it is a valid key-value pair, review the content for the value. If the content is 
 incorrect, correct it.
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The text of the value is incorrect, correct it.
<img class='instructionsImage' src="https://example-site/correct-value-text.png" />

A wrong value is identified, correct it.
<img class='instructionsImage' src="https://example-site/correct-value.png" />

If it is not a valid key-value relationship, choose No.
<img class='instructionsImage' src="https://example-site/not-a-key-value-pair.png" />

If you can’t find the key in the document, choose Key not found.
<img class='instructionsImage' src="https://example-site/key-is-not-found.png" />

If the content of a field is empty, choose Value is blank.
<img class='instructionsImage' src="https://example-site/value-is-blank.png" />

<b>Examples</b>
Key and value are often displayed next to or below to each other.

Key and value displayed in one line.
<img class='instructionsImage' src="https://example-site/sample-key-value-pair-1.png" /
>

Key and value displayed in two lines.
<img class='instructionsImage' src="https://example-site/sample-key-value-pair-2.png" /
>

If the content of the value has multiple lines, enter all the text without a line 
 break. Include all value text even if it extends beyond the highlight box.
<img class='instructionsImage' src="https://assets.crowd.aws/images/a2i-console/
multiple-lines.png" /></p> 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-textract-analyze-document>
</crowd-form>

Exemplo de modelo personalizado do Amazon Rekognition

Todos os modelos personalizados começam e terminam com os elementos <crowd-form> </
crowd-form>. Como os elementos HTML padrão de <form>, todo o seu código de formulário deve 
estar entre esses elementos. Para um modelo de tarefa personalizado do Amazon Rekognition, use 
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o elemento <crowd-rekognition-detect-moderation-labels>. Esse elemento oferece 
suporte aos seguintes atributos:

• categories - Uma matriz de strings ou uma matriz de objetos, na qual cada objeto tem um 
campo name.

• Se as categorias entrarem como objetos, o seguinte se aplica:

• As categorias exibidas são o valor do campo name.

• A resposta retornada contém os objetos completos de todas as categorias selecionadas.

• Se as categorias entrarem como strings, o seguinte se aplica:

• A resposta retornada é uma matriz de todas as strings que foram selecionadas.

• exclusion-category - Ao definir esse atributo, é criado um botão abaixo das categorias na 
interface do usuário. Quando um usuário seleciona o botão, todas as categorias são desmarcadas 
e desativadas. Se o operador selecionar o botão novamente, você reabilita a opção para os 
usuários escolherem categorias. Se o operador enviar a tarefa selecionando o botão Enviar depois 
de pressionar o botão, essa tarefa retornará uma matriz vazia.

Para os filhos do elemento <crowd-rekognition-detect-moderation-labels>, é necessário 
ter duas Regiões.

• <full-instructions> - Instruções que estão disponíveis no link Visualizar instruções 
completas na ferramenta. É possível deixar isso em branco, mas recomendamos que você forneça 
instruções completas para obter melhores resultados.

• <short-instructions> - Breve descrição da tarefa que aparece na barra lateral da ferramenta. 
É possível deixar isso em branco, mas recomendamos que você forneça instruções completas 
para obter melhores resultados.

Um modelo que use esses elementos seria semelhante ao seguinte.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
{% capture s3_uri %}http://s3.amazonaws.com/
{{ task.input.aiServiceRequest.image.s3Object.bucket }}/
{{ task.input.aiServiceRequest.image.s3Object.name }}{% endcapture %}

<crowd-form> 
  <crowd-rekognition-detect-moderation-labels 
    categories='[ 
      {% for label in task.input.selectedAiServiceResponse.moderationLabels %} 
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        { 
          name: "{{ label.name }}", 
          parentName: "{{ label.parentName }}", 
        }, 
      {% endfor %} 
    ]' 
    src="{{ s3_uri | grant_read_access }}" 
    header="Review the image and choose all applicable categories." 
  > 
    <short-instructions header="Instructions"> 
      <style> 
        .instructions { 
          white-space: pre-wrap; 
        } 
      </style> 
      <p class='instructions'>Review the image and choose all applicable categories.
If no categories apply, choose None.

<b>Nudity</b>
Visuals depicting nude male or female person or persons

<b>Graphic Male Nudity</b>
Visuals depicting full frontal male nudity, often close ups

<b>Graphic Female Nudity</b>
Visuals depicting full frontal female nudity, often close ups

<b>Sexual Activity</b>
Visuals depicting various types of explicit sexual activities and pornography

<b>Illustrated Nudity or Sexual Activity</b>
Visuals depicting animated or drawn sexual activity, nudity, or pornography

<b>Adult Toys</b>
Visuals depicting adult toys, often in a marketing context

<b>Female Swimwear or Underwear</b>
Visuals depicting female person wearing only swimwear or underwear

<b>Male Swimwear Or Underwear</b>
Visuals depicting male person wearing only swimwear or underwear

<b>Partial Nudity</b>
Visuals depicting covered up nudity, for example using hands or pose
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<b>Revealing Clothes</b>
Visuals depicting revealing clothes and poses, such as deep cut dresses

<b>Graphic Violence or Gore</b>
Visuals depicting prominent blood or bloody injuries

<b>Physical Violence</b>
Visuals depicting violent physical assault, such as kicking or punching

<b>Weapon Violence</b>
Visuals depicting violence using weapons like firearms or blades, such as shooting

<b>Weapons</b>
Visuals depicting weapons like firearms and blades

<b>Self Injury</b>
Visuals depicting self-inflicted cutting on the body, typically in distinctive patterns 
 using sharp objects

<b>Emaciated Bodies</b>
Visuals depicting extremely malnourished human bodies

<b>Corpses</b>
Visuals depicting human dead bodies

<b>Hanging</b>
Visuals depicting death by hanging</p> 
    </short-instructions> 

    <full-instructions header="Instructions"></full-instructions> 
  </crowd-rekognition-detect-moderation-labels>
</crowd-form>

Adicionar automação com o Liquid

O sistema de modelo personalizado usa o Liquid para automação. Liquid é uma linguagem de 
marcação em linha de código aberto. Para obter mais informações e acessar a documentação, 
consulte a página inicial do Liquid.

No Liquid, o texto entre chaves simples e símbolos de percentagem é uma instrução ou tag que 
realiza uma operação, como controle de fluxo ou iteração. O texto entre chaves duplas é uma 
variável ou um objeto que gera seu valor. A lista a seguir inclui dois tipos de etiquetas líquidas que 
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podem ser úteis para automatizar o processamento de dados de entrada de modelos. Se você 
selecionar um dos seguintes tipos de tag, será redirecionado para a documentação do Liquid.

• Fluxo de controle: inclui operadores lógicos de programação como if/else, unless e case/
when.

• Iteração: permite que você execute blocos de código repetidamente usando instruções como for 
loops.

Por exemplo, o exemplo de código a seguir demonstra como você pode usar a tag do for Liquid 
para criar um loop for. Este exemplo percorre as informações moderationLabels retornadas 
pelo Amazon Rekognition e exibe os moderationLabels atributos name e parentName para 
que os trabalhadores os revisem:

 {% for label in task.input.selectedAiServiceResponse.moderationLabels %} 
    { 
      name: &quot;{{ label.name }}&quot;, 
      parentName: &quot;{{ label.parentName }}&quot;, 
    }, 
 {% endfor %}

Usar filtros de variáveis

Além dos filtros e ações padrão do Liquid, o Amazon Augmented AI (Amazon A2I) oferece filtros 
adicionais. Os filtros são aplicados colocando um caractere de barra vertical (|) após o nome da 
variável e especificando o nome de um filtro. Para encadear filtros, use o seguinte formato.

Example

{{ <content> | <filter> | <filter> }}

Escape automático e escape explícito

Por padrão, as entradas são escapes de HTML para evitar confusão entre o texto da variável e o 
HTML. Você pode adicionar explicitamente o filtro escape para tornar mais óbvio para alguém que 
esteja lendo o código-fonte de seu modelo que o escape está sendo feito.

escape_once

escape_once garante que, se o código já tiver sido escapado, ele não será escapado novamente. 
Por exemplo, para garantir que &amp; não se torne &amp;amp;.
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skip_autoescape

skip_autoescape é útil quando seu conteúdo deve ser usado como HTML. Por exemplo, você 
pode ter alguns parágrafos de texto e algumas imagens nas instruções completas de uma caixa 
delimitadora.

Note

Use skip_autoescape com moderação. Como uma melhor prática para modelos, evite 
passar código funcional ou marcação com skip_autoescape, a menos que você tenha 
certeza absoluta de que tem controle estrito sobre o que está sendo passado. Se você 
estiver transmitindo a entrada do usuário, poderá expor seus funcionários a um ataque de 
cross site scripting.

to_json

O to_json codifica dados que você fornece para o JavaScript Object Notation (JSON). Se você 
fornecer um objeto, ele o serializará.

grant_read_access

grant_read_access usa um URI do Amazon Simple Storage Service (Amazon S3) e o codifica em 
um URL HTTPS com um token de acesso de curta duração para esse recurso. Isso possibilita exibir 
objetos de fotografia, áudio ou vídeo armazenados em buckets do S3 que, de outra forma, não são 
acessíveis publicamente para operadores.

Example Exemplo dos filtros to_json e grant_read_access

Entrada

auto-escape: {{ "Have you read 'James & the Giant Peach'?" }}
explicit escape: {{ "Have you read 'James & the Giant Peach'?" | escape }}
explicit escape_once: {{ "Have you read 'James &amp; the Giant Peach'?" | 
 escape_once }}
skip_autoescape: {{ "Have you read 'James & the Giant Peach'?" | skip_autoescape }}
to_json: {{ jsObject | to_json }}                 
grant_read_access: {{ "s3://examplebucket/myphoto.png" | grant_read_access }}

Example

Resultado
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auto-escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape: Have you read &#39;James &amp; the Giant Peach&#39;?
explicit escape_once: Have you read &#39;James &amp; the Giant Peach&#39;?
skip_autoescape: Have you read 'James & the Giant Peach'?
to_json: { "point_number": 8, "coords": [ 59, 76 ] }
grant_read_access: https://s3.amazonaws.com/examplebucket/myphoto.png?<access token and 
 other params>

Example Exemplo de um modelo de classificação automatizado.

Para automatizar esse exemplo de classificação de texto simples, inclua a tag
{{ task.input.source }} do Liquid. Esse exemplo usa o elemento crowd-classifier.

<script src="https://assets.crowd.aws/crowd-html-elements.js"></script>
<crowd-form> 
  <crowd-classifier  
    name="tweetFeeling" 
    categories="['positive', 'negative', 'neutral', 'cannot determine']" 
    header="Which term best describes this tweet?"  
  > 
    <classification-target> 
       {{ task.input.source }} 
    </classification-target> 

    <full-instructions header="Analyzing a sentiment"> 
      Try to determine the feeling the author  
      of the tweet is trying to express.  
      If none seems to match, choose "other." 
    </full-instructions> 

    <short-instructions> 
      Pick the term that best describes the sentiment  
      of the tweet.  
    </short-instructions> 

  </crowd-classifier>
</crowd-form>

Visualizar um modelo de tarefa de operador

Para visualizar uma modelo personalizado de tarefa para trabalhador, utilize a operação SageMaker
RenderUiTemplate. Você pode usar a operação RenderUiTemplate com a AWS CLI ou com 
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o AWS SDK de sua preferência. Para documentação sobre os SDKs específicos de linguagem 
suportados para esta operação da API, consulte a See Also seção do a RenderUiTemplate.

Pré-requisitos

Para visualizar seu modelo de tarefa de operador, o nome de recurso da Amazon (ARN) da função 
do AWS Identity and Access Management (IAM), ou o RoleArn, que você usa deve ter permissão 
para acessar os objetos do S3 usados pelo modelo. Para saber como configurar sua função ou 
usuário, consulte Habilitar visualizações do modelo de tarefa de operador .

Para visualizar o modelo de tarefa do operador usando a operação RenderUiTemplate:

1. Forneça um RoleArn da função com as políticas necessárias anexadas para visualizar o 
modelo personalizado.

2. No parâmetro Input da Task, forneça um objeto JSON que contenha valores para as 
variáveis definidas no modelo. Estas são as variáveis que são substituídas para a variável
task.input.source. Por exemplo, se você definir uma variável task.input.text em seu 
modelo, você pode fornecer a variável no objeto JSON como text: sample text.

3. No parâmetro Content de UiTemplate, insira seu modelo.

Depois de configurar RenderUiTemplate, use seu SDK preferido ou a AWS CLI para enviar uma 
solicitação para renderizar seu modelo. Se sua solicitação foi bem-sucedida, a resposta incluirá
RenderedContent, um modelo Liquid que renderiza o HTML para a interface do usuário do 
operador.

Important

Para visualizar o modelo, você precisa de um perfil do IAM com permissões para ler os 
objetos do Amazon S3 que são renderizados na interface de usuário. Para obter uma política 
de exemplo que você pode anexar ao perfil do IAM para conceder essas permissões, 
consulte Habilitar visualizações do modelo de tarefa de operador .

Criar instruções para o bom operador

Criar boas instruções para os trabalhos de revisão humana melhora a precisão do operador na 
conclusão de suas tarefas. É possível modificar as instruções padrão fornecidas no console ao 
criar um fluxo de trabalho de revisão humana ou usar o console para criar um modelo de trabalho 
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personalizado e incluir as instruções nesse modelo. Essas instruções são mostradas para o operador 
na página da interface do usuário em que eles concluem sua tarefa de rotulagem.

Criar instruções para o bom operador

Há três tipos de instruções na console do Amazon Augmented AI:

• Descrição da tarefa - A descrição deve fornecer uma explicação sucinta da tarefa.

• Instruções - Essas instruções são mostradas na mesma página da web na qual os operadores 
concluem uma tarefa. Essas instruções devem fornecer uma referência fácil para mostrar ao 
operador a maneira correta de concluir a tarefa.

• Instruções adicionais - Essas instruções são mostradas em uma caixa de diálogo que aparece 
quando um operador selecione Visualizar instruções completas. Recomendamos que você forneça 
instruções detalhadas para concluir a tarefa e inclua vários exemplos mostrando casos extremos e 
outras situações difíceis para rotular objetos.

Adicione imagens de exemplo às instruções

As imagens fornecem exemplos úteis para os operadores. Para adicionar uma imagem acessível 
publicamente às instruções, faça o seguinte:

1. Coloque o cursor onde a imagem deve estar contida no editor de instruções.

2. Selecione o ícone da imagem na barra de ferramentas do editor.

3. Insira o URL da imagem.

Se a imagem de instrução estiver em um bucket do S3 que não estiver acessível publicamente, faça 
o seguinte:

• Para o URL da imagem, insira: {{ 'https://s3.amazonaws.com/your-bucket-
name/image-file-name' | grant_read_access }}.

Isso renderiza o URL da imagem com um código de acesso único e de curta duração anexado para 
que o navegador do operador possa exibi-lo. Um ícone de imagem quebrada é exibido no editor de 
instruções, mas a visualização da ferramenta exibe a imagem na visualização renderizada. Consulte
grant_read_access para obter mais informações sobre o elemento grand_read_access.
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Monitorar e gerenciar seu loop humano

Depois de iniciar um ciclo de revisão humana, você pode verificar os resultados das tarefas enviadas 
para o ciclo e gerenciá-lo usando a API do Amazon Augmented AI Runtime. Além disso, o Amazon 
A2I integra-se com o Amazon EventBridge (também conhecido como Amazon CloudWatch Events) 
para alertá-lo quando o status de um ciclo de revisão humana muda para Completed, Failed
ou Stopped. Essa entrega de eventos é garantida pelo menos uma vez, o que significa que todos 
os eventos criados quando os ciclos humanos são concluídos são entregues com sucesso ao 
EventBridge.

Use os procedimentos abaixo para aprender como usar a API do Amazon A2I Runtime para 
monitorar e gerenciar seus ciclos humanos. Consulte Usar Amazon CloudWatch Events no Amazon 
Augmented AI para saber como o Amazon A2I se integra com o Amazon EventBridge.

Como verificar os dados de saída:

1. Verifique os resultados do seu loop humano chamando a operação DescribeHumanLoop. O 
resultado dessa operação de API contém informações sobre o motivo e o resultado da ativação 
do loop.

2. Verifique os dados de saída do seu loop humano no Amazon Simple Storage Service (Amazon 
S3). No caminho para os dados, YYYY/MM/DD/hh/mm/ss representa a data de criação do ciclo 
humano com o ano (YYYY), mês (MM) e dia (DD), e o horário de criação com a hora (hh), minuto 
(mm) e segundo (ss).

s3://customer-output-bucket-specified-in-flow-definition/flow-definition-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json

Você pode integrar essa estrutura com o AWS Glue ou o Amazon Athena para particionar e analisar 
seus dados de saída. Para obter mais informações, consulte Gerenciar partições para a saída de 
ETL no AWS Glue AWS.

Para saber mais sobre o formato de dados de saída Amazon A2I, consulte Dados de saída do 
Amazon A2I.
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Para parar e excluir seu loop humano:

1. Depois que um loop humano foi iniciado, você pode parar o loop humano chamando a operação
StopHumanLoop usando o HumanLoopName. Se um loop humano foi interrompido com êxito, o 
servidor retorna uma resposta HTTP 200.

2. Para excluir um loop humano para o qual o status é igual a Failed, Completed ou Stopped, 
use a operação DeleteHumanLoop.

Como listar loops humanos:

1. Você pode listar todos os loops humanos ativos chamando a operação ListHumanLoops. 
Você pode filtrar loops humanos pela data de criação do loop usando os parâmetros
CreationTimeAfter e CreateTimeBefore.

2. Se for bem sucedido, ListHumanLoops retorna HumanLoopSummaries e objetos NextToken
no elemento de resposta. HumanLoopSummaries contém informações sobre um único loop 
humano. Por exemplo, ele lista o status de um loop e, se aplicável, o motivo da falha.

Use a string retornada em NextToken como uma entrada em uma chamada subsequente para
ListHumanLoops para ver a próxima página de loops humanos.

Dados de saída do Amazon A2I

Quando seu fluxo de trabalho de machine learning envia um objeto de dados ao Amazon A2I, um
loop humano é criado e os revisores humanos recebem uma tarefa para revisar esse objeto de 
dados. Os dados de saída de cada tarefa de revisão humana são armazenados no bucket de saída 
do Amazon Simple Storage Service (Amazon S3) que você especifica em seu fluxo de trabalho de 
revisão humana. No caminho para os dados, YYYY/MM/DD/hh/mm/ss representa a data de criação 
do ciclo humano com o ano (YYYY), mês (MM) e dia (DD), e o horário de criação com a hora (hh), 
minuto (mm) e segundo (ss).

s3://customer-output-bucket-specified-in-flow-definition/flow-definition-
name/YYYY/MM/DD/hh/mm/ss/human-loop-name/output.json

O conteúdo dos dados de saída depende do tipo de tarefa (incorporada ou personalizada) e do tipo 
de força de trabalho que você usa. Seus dados de saída sempre incluem a resposta do opeardor 
humano. Além disso, os dados de saída podem incluir metadados sobre o loop humano, o revisor 
humano (operador) e o objeto de dados.
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Use as seções a seguir para saber mais sobre o formato de dados de saída do Amazon A2I para 
diferentes tipos de tarefas e forças de trabalho.

Dados de saída de tipos de tarefas incorporados

Os tipos de tarefas incorporadas do Amazon A2I incluem Amazon Textract e Amazon Rekognition. 
Além das respostas humanas, os dados de saída de uma dessas tarefas incluem detalhes sobre o 
motivo pelo qual o loop humano foi criado e informações sobre o serviço integrado usado para criar o 
loop humano. Use a tabela a seguir para saber mais sobre o esquema de dados de saída para todos 
os tipos de tarefas incorporadas. O valor de cada um desses parâmetros depende do serviço que 
você usa com o Amazon A2I. Consulte a segunda tabela nesta seção para obter mais informações 
sobre esses valores específicos do serviço.

Parâmetro Tipo de valor Valores de exemplo Descrição

awsManage 
dHumanLoo 
pRequestSource

Segmento AWS/Rekog 
nition/De 
tectModer 
ationLabels/
Image/V3  ou AWS/
Textract/Analy 
zeDocument/
Forms/V1

A operação da API 
e AWS os serviços 
associados que 
solicitaram que o 
Amazon A2I criasse 
um loop humano. 
Essa é a operação 
de API que você usa 
para configurar seu 
loop humano Amazon 
A2I.

flowDefin 
itionArn

Segmento arn:aws:s 
agemaker: 
us-west-2 
: 111122223 
333 :flow-def 
inition/ flow-
definition-na 
me

O nome de recurso 
da Amazon (ARN) 
do fluxo de trabalho 
de revisão humana 
(definição do fluxo) 
usado para criar o 
loop humano.

humanAnswers Lista de objetos JSON { Uma lista de objetos 
JSON que contêm 
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Parâmetro Tipo de valor Valores de exemplo Descrição

"answerContent": 
 { 
    "AWS/Reko 
gnition/D 
etectMode 
rationLabels/
Image/V3": { 
        "moderati 
onLabels": 
 [...] 
    }
},

or

{ 
    "answerCo 
ntent": { 
        "AWS/
Textract/Anal 
yzeDocument/
Forms/V1": { 
            
 "blocks": [...] 
    }
},

respostas de 
operadores em
answerContent .

Esse objeto também 
contém detalhes do 
envio e, se uma força 
de trabalho privada 
foi usada, metadados 
do operador. Para 
saber mais, consulte
Monitore a atividade 
do operador.

Para dados de saída 
de loop humano 
produzidos a partir 
de tarefas de revisão 
do DetectMod 
erationLabel
Amazon Rekogniti 
on, esse parâmetro 
contém somente 
respostas positivas 
. Por exemplo, se os 
operadores seleciona 
rem Sem conteúdo, 
essa resposta não 
será incluída.

humanLoopName Segmento 'human-loop-
name'

O nome do loop 
humano.
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Parâmetro Tipo de valor Valores de exemplo Descrição

inputContent Objeto JSON { 
    "aiServic 
eRequest": 
 {...}, 
    "aiServic 
eResponse": 
 {...}, 
    "humanTas 
kActivati 
onConditi 
onResults": 
 {...}, 
    "selected 
AiService 
Response": 
 {...}
}

O conteúdo de 
entrada que o AWS 
serviço enviou para a 
Amazon A2I quando 
solicitou a criação de 
um loop humano.

aiService 
Request

Objeto JSON { 
    "document": 
 {...}, 
    "featureT 
ypes": [ ...], 
    "humanLoo 
pConfig": { ...}
}

or

{ 
    "image": 
 {...}, 
    "humanLoo 
pConfig": { ...}
}

A solicitação original 
enviada ao AWS 
serviço integrado 
ao Amazon A2I. Por 
exemplo, se você usa 
o Amazon Rekogniti 
on com o Amazon 
A2I, isso inclui a 
solicitação feita por 
meio da operação da 
API do DetectMod 
erationLabels . 
Para integrações do 
Amazon Textract, 
isso inclui a solicitaç 
ão feita por meio de
AnalyzeDocument .
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Parâmetro Tipo de valor Valores de exemplo Descrição

aiService 
Response

Objeto JSON { 
    "moderati 
onLabels": 
 [...], 
    "moderati 
onModelVe 
rsion": "3.0"
}

or

{ 
    "blocks": 
 [...], 
    "document 
Metadata": {}
}

A resposta completa 
do AWS serviço. 
Esses são os 
dados usados para 
determinar se uma 
revisão humana é 
necessária. Esse 
objeto pode conter 
metadados sobre o 
objeto de dados que 
não são compartil 
hados com revisores 
humanos.
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Parâmetro Tipo de valor Valores de exemplo Descrição

selectedA 
iServiceR 
esponse

Objeto JSON { 
    "moderati 
onLabels": 
 [...], 
    "moderati 
onModelVe 
rsion": "3.0"
}

or

{ 
    "blocks": 
 [...], 
    "document 
Metadata": {}
}

O subconjunto 
do aiService 
Response  que 
corresponde às 
condições de ativação 
em Activatio 
nConditions .

Todos os objetos 
de dados listados 
em aiService 
Response  são 
listados selectedA 
iServiceR 
esponse  quando 
as inferências são 
amostradas aleatoria 
mente ou todas as 
inferências iniciam 
as condições de 
ativação.

Dados de saída 2119



Amazon SageMaker Guia do Desenvolvedor

Parâmetro Tipo de valor Valores de exemplo Descrição

humanTask 
Activatio 
nConditio 
nResults

Objeto JSON { 
     "Conditio 
ns": [ ...]
}

Um objeto JSON
inputContent
que contém o motivo 
pelo qual um loop 
humano foi criado. 
Isso inclui uma lista 
das condições de 
ativação (Condition 
s ) incluídas em 
seu fluxo de trabalho 
de revisão humana 
(definição de fluxo) 
e o resultado da 
avaliação de cada 
condição — esse 
resultado é true ou
false. Para saber 
mais sobre condições 
de ativação, consulte
Esquema JSON para 
condições de ativação 
de loop humano no 
Amazon Augmented 
AI.

Selecione uma aba na tabela a seguir para aprender sobre os parâmetros específicos do tipo de 
tarefa e ver um bloco de código de exemplo de dados de saída para cada um dos tipos de tarefa 
incorporados.

Amazon Textract Task Type Output Data

Quando você utiliza a integração incorporada do Amazon Textract, você verá 'AWS/Textract/
AnalyzeDocument/Forms/V1' como o valor para awsManagedHumanLoopRequestSource
nos seus dados de saída.

Dados de saída 2120



Amazon SageMaker Guia do Desenvolvedor

O parâmetro answerContent contém um objeto Block que inclui respostas humanas para 
todos os blocos enviados para o Amazon A2I.

O parâmetro aiServiceResponse também inclui um objeto Block com a resposta do Amazon 
Textract à solicitação original enviada usando para AnalyzeDocument.

Para saber mais sobre os parâmetros que você vê no objeto de bloco, consulte Bloquear no Guia 
do desenvolvedor do Amazon Textract.

A seguir está um exemplo dos dados de saída de uma revisão humana do Amazon Textract para 
análise de documentos no Amazon A2I.

{ 
    "awsManagedHumanLoopRequestSource": "AWS/Textract/AnalyzeDocument/Forms/V1", 
    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
    "humanAnswers": [ 
        { 
            "answerContent": { 
                "AWS/Textract/AnalyzeDocument/Forms/V1": { 
                    "blocks": [...] 
                } 
            }, 
            "submissionTime": "2020-09-28T19:17:59.880Z", 
            "workerId": "111122223333", 
            "workerMetadata": { 
                "identityData": { 
                    "identityProviderType": "Cognito", 
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111", 
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333" 
                } 
            } 
        } 
    ], 
    "humanLoopName": "humnan-loop-name", 
    "inputContent": { 
        "aiServiceRequest": { 
            "document": { 
                "s3Object": { 
                    "bucket": "DOC-EXAMPLE-BUCKET1", 
                    "name": "document-demo.jpg" 
                } 
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            }, 
            "featureTypes": [ 
                "TABLES", 
                "FORMS" 
            ], 
            "humanLoopConfig": { 
                "dataAttributes": { 
                    "contentClassifiers": [ 
                        "FreeOfPersonallyIdentifiableInformation" 
                    ] 
                }, 
                "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
                "humanLoopName": "humnan-loop-name" 
            } 
        }, 
        "aiServiceResponse": { 
            "blocks": [...], 
            "documentMetadata": { 
                "pages": 1 
            } 
        }, 
        "humanTaskActivationConditionResults": { 
            "Conditions": [ 
                { 
                    "EvaluationResult": true, 
                    "Or": [ 
                        { 
                            "ConditionParameters": { 
                                "ImportantFormKey": "Mail address", 
                                "ImportantFormKeyAliases": [ 
                                    "Mail Address:", 
                                    "Mail address:", 
                                    "Mailing Add:", 
                                    "Mailing Addresses" 
                                ], 
                                "KeyValueBlockConfidenceLessThan": 100, 
                                "WordBlockConfidenceLessThan": 100 
                            }, 
                            "ConditionType": "ImportantFormKeyConfidenceCheck", 
                            "EvaluationResult": true 
                        }, 
                        { 
                            "ConditionParameters": { 
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                                "ImportantFormKey": "Mail address", 
                                "ImportantFormKeyAliases": [ 
                                    "Mail Address:", 
                                    "Mail address:", 
                                    "Mailing Add:", 
                                    "Mailing Addresses" 
                                ] 
                            }, 
                            "ConditionType": "MissingImportantFormKey", 
                            "EvaluationResult": false 
                        } 
                    ] 
                } 
            ] 
        }, 
        "selectedAiServiceResponse": { 
            "blocks": [...] 
        } 
    }
}

Amazon Rekognition Task Type Output Data

Quando você utiliza a integração incorporada do Amazon Textract, você verá a string
'AWS/Rekognition/DetectModerationLabels/Image/V3' como o valor para
awsManagedHumanLoopRequestSource nos seus dados de saída.

O parâmetro answerContent contém um objeto moderationLabels que contém respostas 
humanas para todos os blocos enviados para o Amazon A2I.

O parâmetro aiServiceResponse também inclui um objeto moderationLabels
com a resposta do Amazon Rekognition à solicitação original enviada usando para
DetectModerationLabels.

Para saber mais sobre os parâmetros que você vê no objeto de bloco, consulte ModerationLabel
no Guia do desenvolvedor do Amazon Rekognition.

A seguir está um exemplo dos dados de saída de uma revisão humana do Amazon Rekognition 
Image para inferências de moderação no Amazon A2I.

{ 
    "awsManagedHumanLoopRequestSource": "AWS/Rekognition/DetectModerationLabels/
Image/V3", 
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    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
    "humanAnswers": [ 
        { 
            "answerContent": { 
                "AWS/Rekognition/DetectModerationLabels/Image/V3": { 
                    "moderationLabels": [...] 
                } 
            }, 
            "submissionTime": "2020-09-28T19:22:35.508Z", 
            "workerId": "ef7294f850a3d9d1", 
            "workerMetadata": { 
                "identityData": { 
                    "identityProviderType": "Cognito", 
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111", 
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333" 
                } 
            } 
        } 
    ], 
    "humanLoopName": "humnan-loop-name", 
    "inputContent": { 
        "aiServiceRequest": { 
            "humanLoopConfig": { 
                "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
                "humanLoopName": "humnan-loop-name" 
            }, 
            "image": { 
                "s3Object": { 
                    "bucket": "DOC-EXAMPLE-BUCKET1", 
                    "name": "example-image.jpg" 
                } 
            } 
        }, 
        "aiServiceResponse": { 
            "moderationLabels": [...], 
            "moderationModelVersion": "3.0" 
        }, 
        "humanTaskActivationConditionResults": { 
            "Conditions": [ 
                { 
                    "EvaluationResult": true, 
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                    "Or": [ 
                        { 
                            "ConditionParameters": { 
                                "ConfidenceLessThan": 98, 
                                "ModerationLabelName": "Suggestive" 
                            }, 
                            "ConditionType": "ModerationLabelConfidenceCheck", 
                            "EvaluationResult": true 
                        }, 
                        { 
                            "ConditionParameters": { 
                                "ConfidenceGreaterThan": 98, 
                                "ModerationLabelName": "Female Swimwear Or 
 Underwear" 
                            }, 
                            "ConditionType": "ModerationLabelConfidenceCheck", 
                            "EvaluationResult": false 
                        } 
                    ] 
                } 
            ] 
        }, 
        "selectedAiServiceResponse": { 
            "moderationLabels": [ 
                { 
                    "confidence": 96.7122802734375, 
                    "name": "Suggestive", 
                    "parentName": "" 
                } 
            ], 
            "moderationModelVersion": "3.0" 
        } 
    }
}

Dados de saída dos tipos de tarefas personalizadas

Quando você adiciona o Amazon A2I a um fluxo de trabalho de revisão humana personalizado, você 
verá os seguintes parâmetros nos dados de saída retornados das tarefas de revisão humana.
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Parâmetro Tipo de valor Descrição

flowDefinitionArn Segmento O nome de recurso da 
Amazon (ARN) do fluxo de 
trabalho de revisão humana 
(definição do fluxo) usado 
para criar o loop humano.

humanAnswers Lista de objetos JSON Uma lista de objetos JSON 
que contêm respostas de 
operadores em answerCon 
tent . O valor desse 
parâmetro é determinado pela 
saída recebida do seu modelo 
de tarefa de trabalho.

Se você estiver usando uma 
força de trabalho privada, os 
metadados do operador serão 
incluídos. Para saber mais, 
consulte Monitore a atividade 
do operador.

humanLoopName Segmento O nome do loop humano.

inputContent Objeto JSON O conteúdo de entrada 
enviado para a Amazon 
A2I na solicitação para
StartHumanLoop .

Veja a seguir um exemplo de dados de saída de uma integração personalizada com o Amazon A2I e 
o Amazon Transcribe. Neste exemplo, o inputContent consiste em:

• Um caminho para um arquivo.mp4 no Amazon S3 e o título do vídeo

• A transcrição retornada do Amazon Transcribe (analisada a partir dos dados de saída do Amazon 
Transcribe)

Dados de saída 2126

https://docs.aws.amazon.com/sagemaker/latest/dg/a2i-instructions-overview.html
https://docs.aws.amazon.com/sagemaker/latest/dg/a2i-instructions-overview.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_StartHumanLoop.html


Amazon SageMaker Guia do Desenvolvedor

• Um horário de início e término usado pelo modelo de tarefa do operador para recortar o 
arquivo.mp4 e mostrar aos operadores uma parte relevante do vídeo

{ 
    "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-
definition/flow-definition-name", 
    "humanAnswers": [ 
        { 
            "answerContent": { 
                "transcription": "use lambda to turn your notebook" 
            }, 
            "submissionTime": "2020-06-18T17:08:26.246Z", 
            "workerId": "ef7294f850a3d9d1", 
            "workerMetadata": { 
                "identityData": { 
                    "identityProviderType": "Cognito", 
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111111", 
                    "sub": "c6aa8eb7-9944-42e9-a6b9-111122223333" 
                } 
            } 

        } 
    ], 
    "humanLoopName": "human-loop-name", 
    "inputContent": { 
        "audioPath": "s3://DOC-EXAMPLE-BUCKET1/a2i_transcribe_demo/Fully-Managed 
 Notebook Instances with Amazon SageMaker - a Deep Dive.mp4", 
        "end_time": 950.27, 
        "original_words": "but definitely use Lambda to turn your ", 
        "start_time": 948.51, 
        "video_title": "Fully-Managed Notebook Instances with Amazon SageMaker - a Deep 
 Dive.mp4" 
    }
}

Monitore a atividade do operador

O Amazon A2I fornece informações que você pode usar para rastrear operadores individuais nos 
dados de saída da tarefa. Para identificar o funcionário que trabalhou na tarefa de revisão humana, 
use o seguinte dos dados de saída no Amazon S3:
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• acceptanceTime é a hora em que o operador aceitou a tarefa. O formato desse carimbo de data 
e hora é YYYY-MM-DDTHH:MM:SS.mmmZ para o ano (YYYY), mês (MM), dia (DD), hora (HH), minuto 
(MM), segundo (SS) e milissegundo (mmm). A data e a hora são separadas por um T.

• submissionTime é a hora em que o operador enviou suas anotações usando o botão Enviar. 
O formato desse carimbo de data e hora é YYYY-MM-DDTHH:MM:SS.mmmZ para o ano (YYYY), 
mês (MM), dia (DD), hora (HH), minuto (MM), segundo (SS) e milissegundo (mmm). A data e a hora são 
separadas por um T.

• O timeSpentInSeconds relata o tempo total, em segundos, em que um operador trabalhou 
ativamente nessa tarefa. Essa métrica não inclui o momento em que um operador fez uma pausa 
ou fez uma pausa.

• O workerId é exclusivo para cada operador.

• Se você usa uma força de trabalho privada no workerMetadata, você vê o seguinte.

• O serviço identityProviderType usado para gerenciar a força de trabalho privada.

• O issuer é o grupo de usuários do Amazon Cognito ou o emissor do provedor de identidade 
(IdP) do OpenID Connect (OIDC) associado à equipe de trabalho designada para essa tarefa de 
revisão humana.

• Um identificador exclusivo sub que se refere ao operador. Se você criar uma força de trabalho 
usando o Amazon Cognito, poderá recuperar detalhes sobre esse operador (como nome ou 
nome de usuário) associados a essa ID usando o Amazon Cognito. Para saber como, consulte
Gerenciamento e pesquisa de contas de usuários no Guia do desenvolvedor do Amazon 
Cognito.

Veja a seguir um exemplo do resultado que você pode ver se usar o Amazon Cognito para criar uma 
força de trabalho privada. Isso é identificado no identityProviderType.

"submissionTime": "2020-12-28T18:59:58.321Z",
"acceptanceTime": "2020-12-28T18:59:15.191Z",  
"timeSpentInSeconds": 40.543,
"workerId": "a12b3cdefg4h5i67",
"workerMetadata": { 
    "identityData": { 
        "identityProviderType": "Cognito", 
        "issuer": "https://cognito-idp.aws-region.amazonaws.com/aws-region_123456789", 
        "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee" 
    }
}
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A seguir está um exemplo da saída que você pode ver se usar seu próprio provedor de identidade 
OpenID Connect (OIDC) para criar uma força de trabalho privada:

"workerMetadata": { 
        "identityData": { 
            "identityProviderType": "Oidc", 
            "issuer": "https://example-oidc-ipd.com/adfs", 
            "sub": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee" 
        }
}

Para saber mais sobre como usar forças de trabalho privadas, consulte Usar uma força de trabalho 
privada.

Permissões e segurança na Amazon Augmented AI

Ao utilizar o Amazon Augmented AI (Amazon A2I) para criar um fluxo de trabalho de revisão humana 
para sua aplicação de ML/AI, você cria e configura recursos no Amazon SageMaker, como uma 
força de trabalho humana e modelos de tarefas para os trabalhadores. Para configurar e iniciar um 
loop humano, você integra o Amazon A2I a outros AWS serviços, como o Amazon Textract ou o 
Amazon Rekognition, ou usa a API Amazon Augmented AI Runtime. Para criar um fluxo de trabalho 
de revisão humana e iniciar um ciclo humano, você deve anexar determinadas políticas ao seu perfil 
(IAM) ou usuário AWS Identity and Access Management. Especificamente:

• Quando você inicia um ciclo humano usando dados de entrada de imagem em ou após 12 de 
janeiro de 2020, é necessário adicionar uma política de cabeçalho CORS (Cross-Origin Resource 
Sharing) ao bucket do Amazon S3 que contém seus dados de entrada. Para saber mais, consulte
Requisitos de permissão do CORS.

• Ao criar uma definição de fluxo, você precisa fornecer uma função que concede permissão ao 
Amazon A2I para acessar o Amazon S3, tanto para ler objetos que são renderizados em uma 
interface de tarefa humana quanto para gravar os resultados da revisão humana.

Essa função também deve ter uma política de confiança anexada para conceder permissão ao 
SageMaker para assumir a função. Isso permite que o Amazon A2I execute ações de acordo com 
as permissões que você anexa à função.

Consulte Adicionar permissões ao perfil do IAM usadas para criar uma definição de fluxo para 
obter políticas de exemplo que você pode modificar e anexar à função que você usa para criar 
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uma definição de fluxo. Essas são as políticas que são anexadas ao perfil do IAM criada na seção 
de fluxos de trabalho de revisão humana da área do Amazon A2I no console do SageMaker.

• Para criar e iniciar loops humanos, use uma operação de API em um tipo de tarefa interno (como
DetectModerationLabel ou AnalyzeDocument) ou a operação de API StartHumanLoop
do Amazon A2I runtime em uma aplicação de ML personalizada. Você precisa anexar a política 
gerenciada AmazonAugmentedAIFullAccess ao usuário que invoca essas operações de API 
para conceder permissão a esses serviços para usar operações do Amazon A2I. Para saber como, 
consulte Criar um usuário que possa invocar operações de API Amazon A2I.

Essa política não concede permissão para invocar as operações da API do 
serviço da AWS associado a tipos de tarefa integrados. Por exemplo, a política
AmazonAugmentedAIFullAccess não concede permissão para chamar a operação 
de API DetectModerationLabel do Amazon Rekognition ou a operação de API
AnalyzeDocument do Amazon Textract. Você pode usar a política mais geral,
AmazonAugmentedAIIntegratedAPIAccess, para conceder essas permissões. Para obter 
mais informações, consulte Crie um usuário com permissões para invocar as operações da 
API Amazon A2I, Amazon Textract e Amazon Rekognition. Esta é uma boa opção quando você 
deseja conceder a um usuário permissões amplas para usar o Amazon A2I e operações de API 
integradas aos serviços AWS.

Se você quiser configurar permissões mais granulares, consulte Exemplos de políticas baseadas 
em identidade do Amazon Rekognition e Exemplos de políticas baseadas em identidade do 
Amazon Textract para obter políticas baseadas em identidade que podem ser usadas para 
conceder permissão para usar esses serviços individuais.

• Para visualizar o modelo personalizado da interface do trabalhador da tarefa, você precisa de 
um perfil do IAM com permissões para ler objetos do Amazon S3 que são renderizados na sua 
interface do usuário. Consulte um exemplo de política em Habilitar visualizações do modelo de 
tarefa de operador .

Tópicos

• Requisitos de permissão do CORS

• Adicionar permissões ao perfil do IAM usadas para criar uma definição de fluxo

• Criar um usuário que possa invocar operações de API Amazon A2I

• Crie um usuário com permissões para invocar as operações da API Amazon A2I, Amazon Textract 
e Amazon Rekognition
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• Habilitar visualizações do modelo de tarefa de operador

• Usando o Amazon A2I com AWS KMS buckets criptografados

• Permissões e recursos de segurança adicionais

Requisitos de permissão do CORS

No início de 2020, navegadores amplamente utilizados como o Chrome e o Firefox alteraram seu 
comportamento padrão para girar imagens com base nos metadados da imagem, conhecidos 
como dados EXIF. Anteriormente, as imagens eram exibidas nos navegadores exatamente como 
eram armazenadas no disco, geralmente sem rotação. Após a alteração, as imagens agora giram 
de acordo com um metadado da imagem chamado valor de orientação. Isso tem implicações 
importantes para toda a comunidade de machine learning (ML). Por exemplo, se a orientação 
EXIF não for considerada, os aplicativos usados para anotar imagens podem exibir imagens em 
orientações inesperadas e resultar em rótulos incorretos.

A partir do Chrome 89, o AWS não pode mais impedir automaticamente a rotação de imagens 
porque o grupo de padrões da web W3C decidiu que a capacidade de controlar a rotação de 
imagens viola a Política de Mesma Origem da web. Portanto, para garantir que os trabalhadores 
humanos anotem suas imagens de entrada em uma orientação previsível ao enviar solicitações para 
criar um loop humano, você deve adicionar uma política de cabeçalho CORS aos buckets do S3 que 
contêm suas imagens de entrada.

Important

Se você não adicionar uma configuração CORS aos buckets do S3 que contém seus dados 
de entrada, as tarefas de revisão humana desses objetos de dados de entrada falharão.

Você pode adicionar uma política de CORS a um bucket do S3 que contém dados de entrada 
no console do Amazon S3. Para definir os cabeçalhos CORS necessários no bucket do S3 que 
contém suas imagens de entrada no console do S3, siga as instruções detalhadas em Como faço 
para adicionar o compartilhamento de recursos entre domínios com o CORS?. Use o código de 
configuração CORS a seguir para os buckets que hospedam suas imagens. Se você usar o console 
do Amazon S3 para adicionar a política ao bucket, deverá usar o formato JSON.

JSON

[{ 
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   "AllowedHeaders": [], 
   "AllowedMethods": ["GET"], 
   "AllowedOrigins": ["*"], 
   "ExposeHeaders": []
}]

XML

<CORSConfiguration> 
 <CORSRule> 
   <AllowedOrigin>*</AllowedOrigin> 
   <AllowedMethod>GET</AllowedMethod> 
 </CORSRule>
</CORSConfiguration>

Adicionar permissões ao perfil do IAM usadas para criar uma definição de fluxo

Para criar uma definição de fluxo, anexe as políticas desta seção à função que você utiliza ao criar 
um fluxo de trabalho de revisão humana no console do SageMaker ou ao usar a operação de API
CreateFlowDefinition.

• Se você estiver utilizando o console para criar um fluxo de trabalho de revisão humana, insira o 
Amazon Resource Name (ARN) do perfil no campo Perfil do IAM ao criar um fluxo de trabalho de 
análise humana no console.

• Ao criar uma definição de fluxo usando a API, anexe essas políticas à função que é passada para 
o parâmetro RoleArn da operação CreateFlowDefinition.

Quando você cria um fluxo de trabalho de análise humana (definição de fluxo), o Amazon A2I 
chama o Amazon S3 para concluir a tarefa. Para conceder permissão ao Amazon A2I para 
recuperar e armazenar seus arquivos no seu bucket do Amazon S3, crie a seguinte política e 
a anexe à sua função. Por exemplo, se as imagens, documentos e outros arquivos que você 
está enviando para revisão humana estiverem armazenados em um bucket do S3 chamado
my_input_bucket e se você quiser que as revisões humanas sejam armazenadas em um bucket 
chamado my_output_bucket, crie a política a seguir.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 

Permissões e segurança 2132

https://docs.aws.amazon.com/sagemaker/latest/dg/create-human-review-console.html
https://docs.aws.amazon.com/sagemaker/latest/dg/create-human-review-console.html


Amazon SageMaker Guia do Desenvolvedor

            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_input_bucket/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_output_bucket/*" 
            ] 
        } 
    ]
}

Além disso, o perfil do IAM deve ter a seguinte política de confiança para conceder permissão ao 
SageMaker para assumir a função. Para obter mais informações sobre políticas de confiança do IAM, 
consulte a seção Políticas Baseadas em Recursos na documentação de Políticas e Permissões do 
AWS AWSIdentity and Access Management (IAM).

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AllowSageMakerToAssumeRole", 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}

Para obter mais informações sobre como criar e gerenciar funções e políticas do , consulte os 
seguintes tópicos no Guia do usuário do AWS Identity and Access Management:

Permissões e segurança 2133

https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies.html#policies_resource-based


Amazon SageMaker Guia do Desenvolvedor

• Para criar um perfil do IAM, consulte Criar um perfil para delegar permissões a um usuário do IAM.

• Para saber como criar políticas do IAM, consulte Criar políticas do IAM.

• Para saber como anexar uma política do IAM a um perfil, consulte Adicionar e remover permissões 
de identidade do IAM.

Criar um usuário que possa invocar operações de API Amazon A2I

Para usar o Amazon A2I para criar e iniciar loops humanos para Amazon Rekognition, Amazon 
Textract ou API de tempo de execução do Amazon A2I, você deve usar um usuário que tenha 
permissões para invocar operações do Amazon A2I. Para fazer isso, utilize o console do IAM para 
anexar a política gerenciada AmazonAugmentedAIFullAccess a um usuário novo ou existente.

Esta política concede permissão a um usuário para invocar operações da API do SageMaker para 
criação e gerenciamento de definições de fluxo e da API do Amazon Augmented AI Runtime para 
criação e gerenciamento de ciclos humanos. Para saber mais sobre essas operações de API, 
consulte Usar APIs no Amazon Augmented AI.

A política AmazonAugmentedAIFullAccess não concede permissões para usar operações da API 
do Amazon Rekognition ou do Amazon Textract.

Note

Você também pode anexar a política AmazonAugmentedAIFullAccess a um perfil do IAM 
que é usada para criar e iniciar um ciclo humano.

Para fornecer o acesso, adicione as permissões aos seus usuários, grupos ou perfis:

• Usuários e grupos no AWS IAM Identity Center:

Crie um conjunto de permissões. Siga as instruções em Create a permission set (Criação de um 
conjunto de permissões) no Guia do usuário do AWS IAM Identity Center.

• Usuários gerenciados no IAM usando um provedor de identidades:

Crie um perfil para a federação de identidades. Siga as instruções em Criar um perfil para um 
provedor de identidades de terceiros (federação) no Guia do usuário do IAM.

• Usuários do IAM:
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• Crie um perfil que seu usuário possa assumir. Siga as instruções em Creating a role for an IAM 
user (Criação de um perfil para um usuário do IAM) no Guia do usuário do IAM.

• (Não recomendado) Vincule uma política diretamente a um usuário ou adicione um usuário a um 
grupo de usuários. Siga as instruções em Adição de permissões a um usuário (console) no Guia 
do usuário do IAM.

Para obter mais informações, consulte Adicionar e remover permissões de identidade do IAM no
Guia do usuário do AWS Identity and Access Management.

Crie um usuário com permissões para invocar as operações da API Amazon A2I, 
Amazon Textract e Amazon Rekognition

Para criar um usuário que tem permissão para invocar as operações da API usadas pelos tipos 
de tarefa incorporados (ou seja, DetectModerationLables para o Amazon Rekognition e
AnalyzeDocument para o Amazon Textract) e permissão para usar todas as operações da API do 
Amazon A2I, anexe a política gerenciada do IAM, AmazonAugmentedAIIntegratedAPIAccess. 
Você pode querer usar essa política quando desejar conceder permissões amplas a um usuário que 
utiliza o Amazon A2I com mais de um tipo de tarefa. Para saber mais sobre essas operações de API, 
consulte Usar APIs no Amazon Augmented AI.

Note

Você também pode anexar a política AmazonAugmentedAIIntegratedAPIAccess a um 
perfil do IAM que é usada para criar e iniciar um ciclo humano.

Para fornecer o acesso, adicione as permissões aos seus usuários, grupos ou perfis:

• Usuários e grupos no AWS IAM Identity Center:

Crie um conjunto de permissões. Siga as instruções em Create a permission set (Criação de um 
conjunto de permissões) no Guia do usuário do AWS IAM Identity Center.

• Usuários gerenciados no IAM usando um provedor de identidades:

Crie um perfil para a federação de identidades. Siga as instruções em Criar um perfil para um 
provedor de identidades de terceiros (federação) no Guia do usuário do IAM.

• Usuários do IAM:
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• Crie um perfil que seu usuário possa assumir. Siga as instruções em Creating a role for an IAM 
user (Criação de um perfil para um usuário do IAM) no Guia do usuário do IAM.

• (Não recomendado) Vincule uma política diretamente a um usuário ou adicione um usuário a um 
grupo de usuários. Siga as instruções em Adição de permissões a um usuário (console) no Guia 
do usuário do IAM.

Para obter mais informações, consulte Adicionar e remover permissões de identidade do IAM no
Guia do usuário do AWS Identity and Access Management.

Habilitar visualizações do modelo de tarefa de operador

Para personalizar a interface e as instruções que os operadores veem ao trabalhar em suas 
tarefas, você cria um modelo de tarefa de operador. Você pode criar o modelo usando a operação
CreateHumanTaskUi ou o console do SageMaker.

Para visualizar seu modelo, você precisa de um perfil do IAM com as seguintes permissões para ler 
objetos do Amazon S3 que são renderizados na sua interface do usuário.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::my_input_bucket/*" 
            ] 
        } 
    ]
}

Para os tipos de tarefas Amazon Rekognition e Amazon Textract, você pode visualizar seu 
modelo usando a seção Amazon Augmented AI do console do SageMaker. Para tipos de tarefa 
personalizados, você visualiza seu modelo chamando a operação RenderUiTemplate. Para 
visualizar o modelo, siga as instruções para o tipo de tarefa:
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• Tipos de tarefa Amazon Rekognition e Amazon Textract - No console do SageMaker, utilize o 
Amazon Resource Name (ARN) da função no procedimento documentado em Criar um modelo de 
tarefa de trabalho.

• Tipos de tarefa personalizados - Na operação RenderUiTemplate, utilize o ARN da função no 
parâmetro RoleArn.

Usando o Amazon A2I com AWS KMS buckets criptografados

Se você especificar uma chave AWS Key Management Service (AWS KMS) gerenciada pelo cliente 
para criptografar os dados de saída em OutputConfig of CreateFlowDefinition, deverá 
adicionar uma política do IAM semelhante à seguinte para essa chave. Essa política dá à função de 
execução do IAM que você usa para criar seus loops humanos permissão para usar essa chave para 
realizar todas as ações listadas em "Action". Para saber mais, consulte AWS KMS Permissões no 
Guia do desenvolvedor do AWS Key Management Service.

Para usar essa política, substitua o ARN do perfil de serviço do IAM pelo ARN "Principal" da 
função de execução que você usa para criar o fluxo de trabalho de revisão humana (definição de 
fluxo). Quando você cria um trabalho de etiquetagem usando CreateFlowDefinition, esse 
é o ARN para o qual você especifica para RoleArn. Observe que você não pode fornecer um
KmsKeyId ao criar uma definição de fluxo no console.

{ 
    "Sid": "AllowUseOfKmsKey", 
    "Effect": "Allow", 
    "Principal": { 
        "AWS": "arn:aws:iam::111122223333:role/service-role/example-role" 
    }, 
    "Action": [ 
        "kms:Encrypt", 
        "kms:Decrypt", 
        "kms:ReEncrypt*", 
        "kms:GenerateDataKey*", 
        "kms:DescribeKey" 
    ], 
    "Resource": "*"
}
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Permissões e recursos de segurança adicionais

• the section called “Controle o acesso aos SageMaker recursos usando tags”.

• the section called “SageMaker Políticas baseadas em identidade”

• the section called “Controle a criação de SageMaker recursos com chaves de condição”

• the section called “Referência de permissões SageMaker de API da Amazon”

• Configure a segurança na Amazon SageMaker

Usar Amazon CloudWatch Events no Amazon Augmented AI

O Amazon Augmented AI usa o Amazon CloudWatch Events para alertar você quando o status de 
um loop de revisão humana muda para Completed, Failed ou Stopped. Essa entrega de eventos 
é garantida pelo menos uma vez, o que significa que todos os eventos criados quando os loops 
humanos terminam são entregues com sucesso ao CloudWatch Events (Amazon EventBridge). 
Quando um loop de revisão muda para um desses estados, a Augmented AI envia um evento para o 
CloudWatch Events semelhante ao seguinte.

{ 
    "version":"0", 
    "id":"12345678-1111-2222-3333-12345EXAMPLE", 
    "detail-type":"SageMaker A2I HumanLoop Status Change", 
    "source":"aws.sagemaker", 
    "account":"1111111111111", 
    "time":"2019-11-14T17:49:25Z", 
    "region":"us-east-1", 
    "resources":["arn:aws:sagemaker:us-east-1:111111111111:human-loop/humanloop-
nov-14-1"], 
    "detail":{ 
        "creationTime":"2019-11-14T17:37:36.740Z", 
        "failureCode":null, 
        "failureReason":null, 
        "flowDefinitionArn":"arn:aws:sagemaker:us-east-1:111111111111:flow-definition/
flowdef-nov-12", 
        "humanLoopArn":"arn:aws:sagemaker:us-east-1:111111111111:human-loop/humanloop-
nov-14-1", 
        "humanLoopName":"humanloop-nov-14-1", 
        "humanLoopOutput":{  
            "outputS3Uri":"s3://customer-output-bucket-specified-in-flow-definition/
flowdef-nov-12/2019/11/14/17/37/36/humanloop-nov-14-1/output.json" 
        }, 
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        "humanLoopStatus":"Completed" 
    }
}

Os detalhes na saída JSON incluem o seguinte:

creationTime

O time stamp de quando a Augmented AI criou o loop humano.

failureCode

Um código de falha que denota um tipo específico de falha.

failureReason

O motivo da falha do loop humano. O motivo da falha só é retornado quando o status do loop de 
revisão humana é failed.

flowDefinitionArn

O nome de recurso da Amazon (ARN) da definição do fluxo ou do fluxo de trabalho de revisão 
humana.

humanLoopArn

O nome de recurso da Amazon (ARN) do loop humano.

humanLoopName

O nome do loop humano.

humanLoopOutput

Um objeto que contém informações sobre a saída do loop humano.

outputS3Uri

A localização do objeto do Amazon S3 onde a Augmented AI armazena a saída do loop humano.

humanLoopStatus

O status do loop humano.

Envie eventos do seu loop humano para o CloudWatch Events

Para configurar uma regra do CloudWatch Events para obter atualizações de status ou eventos, 
para seus loops humanos do Amazon A2I, use o comando AWS Command Line Interface (AWS CLI)
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put-rule. Ao usar o comando put-rule, especifique o seguinte para receber status de trabalho 
de rotulagem:

• \"source\":[\"aws.sagemaker\"]

• \"detail-type\":[\"SageMaker A2I HumanLoop Status Change\"]

Para configurar uma regra do CloudWatch Events para observar todas as alterações de status, 
use o comando a seguir e substitua o texto do espaço reservado. Por exemplo, substitua
"A2IHumanLoopStatusChanges" por um nome de regra exclusivo do CloudWatch Events 
e "arn:aws:iam::111122223333:role/MyRoleForThisRule" pelo Amazon Resource 
Number (ARN) de um perfil do IAM com uma política de confiança events.amazonaws.com anexada. 
Substitua região pela Região AWS na qual você deseja criar a regra.

aws events put-rule --name "A2IHumanLoopStatusChanges" 
    --event-pattern "{\"source\":[\"aws.sagemaker\"],\"detail-type\":[\"SageMaker A2I 
 HumanLoop Status Change\"]}"  
    --role-arn "arn:aws:iam::111122223333:role/MyRoleForThisRule" 
    --region "region"

Para saber mais sobre a solicitação put-rule, consulte Padrões de eventos em eventos do 
CloudWatch no Guia do usuário do Amazon CloudWatch Events.

Configurar um destino para processar eventos

Para processar eventos, você precisa configurar um destino. Por exemplo, se você quiser receber 
um e-mail quando o status de um loop humano for alterado, use um procedimento em Configurar 
notificações do Amazon SNS no Guia do usuário do Amazon CloudWatch para configurar um tópico 
do Amazon SNS e assinar seu e-mail nele. Depois de criar um tópico, você pode usá-lo para criar um 
destino.

Para adicionar um destino à sua regra do CloudWatch Events

1. Abra o console do CloudWatch: https://console.aws.amazon.com/cloudwatch/home

2. No painel de navegação, escolha Rules (Regras).

3. Escolha a regra à qual deseja adicionar um destino.

4. Escolha Ações e, em seguida, escolha Editar.

5. Em Targets (Destinos), escolha Add Target (Adicionar destino) e escolha o serviço da AWS que 
você deseja que atue quando um evento de alteração de status de loop humano for detectado.
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6. Configure seu destino. Para obter instruções, consulte o tópico para configurar um destino na
AWSdocumentação da AWS desse serviço.

7. Escolha Configure details (Configurar detalhes).

8. Em Name (Nome), informe um nome e, opcionalmente, forneça detalhes sobre a finalidade da 
regra em Description (Descrição).

9. Certifique-se de que a caixa de verificação ao lado de State (Estado) esteja selecionada para 
que a regra seja listada como Enabled (Habilitada).

10. Escolha Upgrade rule (Atualizar regra).

Usar a saída da revisão humana

Depois de receber os resultados de revisão humana, você poderá analisar os resultados e compará-
los com as previsões de machine learning. O JSON armazenado no bucket do Amazon S3 contém 
tanto as previsões de machine learning quanto os resultados da revisão humana.

Mais informações

Automatizando a Amazon com a Amazon SageMaker EventBridge

Usar APIs no Amazon Augmented AI

É possível criar um fluxo de trabalho de análise humana ou um modelo de tarefa de operador 
programaticamente. As APIs usadas dependem se você está criando um tipo de tarefa do Amazon 
Rekognition, do Amazon Textract ou personalizado. Esse tópico fornece links para a documentação 
de referência da API para cada tipo de tarefa e tarefa de programação.

As seguintes APIs podem ser usadas com Augmented AI::

Amazon Augmented AI

Use a API da Augmented AI para iniciar, interromper e excluir ciclos de análise humana. Também 
é possível listar todos os loops de análise humana e retornar informações sobre loops de revisão 
humana em sua conta.

Saiba mais sobre APIs de loop de análise humana na Referência de API do Amazon Augmented 
AI Runtime.
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Amazon Rekognition

Use o parâmetro HumanLoopConfig da API  DetectModerationLabels para iniciar um fluxo 
de trabalho de análise humana usando o Amazon Rekognition.

Amazon SageMaker

Use a API do Amazon SageMaker para criar um FlowDefinition, também conhecido como
fluxo de trabalho de análise humana. Também é possível criar um HumanTaskUi ou um modelo 
de tarefa do operador.

Para obter mais informações, consulte a documentação da API CreateFlowDefinition ou
CreateHumanTaskUi.

Amazon Textract

Utilize o parâmetro HumanLoopConfig da API AnalyzeDocument para iniciar um fluxo de trabalho 
de análise humana usando o Amazon Textract.

Tutoriais programáticos

Os seguintes tutoriais fornecem código de exemplo e instruções passo a passo para criar fluxos de 
trabalho de análise humana e modelos de tarefas para operadores de forma programática.

• Tutorial: Comece a usar a API Amazon A2I

• Criar um fluxo de trabalho de análise humana (API)

• Criar e iniciar um loop humano

• Usando o Amazon Augmented AI com o Amazon Rekognition no Guia do desenvolvedor do 
Amazon Rekognition

• Usando o Amazon Augmented AI com o Amazon Textract AnalyzeDocument no Guia do 
desenvolvedor do Amazon Textract
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Preparar dados
Você pode usar o Amazon SageMaker Data Wrangler para importar, preparar, transformar, visualizar 
e analisar dados. Você pode integrar o Data Wrangler aos seus fluxos de trabalho de machine 
learning para simplificar e agilizar o pré-processamento de dados e a engenharia de atributos usando 
pouco ou nenhum código. Você também pode adicionar seus próprios scripts e transformações em 
Python para personalizar os fluxos de trabalho de preparação de dados.

Importe dados do Amazon S3, Amazon Redshift, Amazon Athena e use o Data Wrangler para criar 
fluxos de trabalho sofisticados de preparação de dados de machine learning com transformações 
e análises de dados integradas e personalizadas, incluindo vazamento de alvos de atributos e 
modelagem rápida.

Depois de definir um fluxo de trabalho de preparação de dados, ou fluxo de dados, você pode 
integrá-lo com SageMaker Processing, SageMaker Pipelines e SageMaker Feature Store, 
simplificando a tarefa de processar, compartilhar e armazenar dados de treinamento de ML. Você 
também pode exportar seu fluxo de dados para um script python e criar um pipeline personalizado de 
preparação de dados de ML.

Para ter mais informações, consulte Prepare dados de ML com o Amazon SageMaker Data 
Wrangler.

Para uma preparação rápida de dados em grande escala, o Amazon SageMaker Studio Classic 
fornece uma integração integrada com o Amazon EMR. Você pode usar o SageMaker Studio Classic 
para se conectar, provisionar ou gerenciar clusters do Amazon EMR a partir da interface do seu 
notebook para processamento de dados em escala de petabytes, análises interativas e aprendizado 
de máquina. O Amazon EMR usa estruturas de código aberto, como Apache Spark, Apache Hive ou
Presto. Para obter mais informações sobre o uso do Amazon EMR no SageMaker Studio Classic, 
consulte. Prepare dados usando o Amazon EMR

Como alternativa, você pode usar o mecanismo sem servidor baseado no Apache Spark a partir 
de sessões interativas AWS Glue para agregar e transformar dados de várias fontes. Você pode 
agregar e transformar dados de seus pipelines de análise e ETL (extração, transformação e 
carregamento) sem precisar de infraestrutura gerenciada. Para obter mais informações sobre o uso 
de sessões AWS Glue interativas no SageMaker Studio Classic, consultePreparar os dados usando 
sessões interativas do AWS Glue.

Os dados que você está usando para treinar seu modelo de machine learning podem conter vieses. 
Os vieses podem resultar em modelos de machine learning que discriminam determinados indivíduos 
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ou grupos. Você pode usar o Amazon SageMaker Clarify para determinar se os dados que você 
está usando para treinar modelos ou o modelo resultante codificam algum viés. SageMaker O Clarify 
também pode ajudá-lo a explicar modelos criados com dados tabulares, de imagem ou de PNL 
com gráficos de dependência parcial, importância de características e muito mais. Para obter mais 
informações sobre o SageMaker Clarify, consulteDetectar o desvio de dados pré-treinamento.

Tópicos

• Explorar, analisar e processar dados

• Prepare dados de ML com o Amazon SageMaker Data Wrangler

• Dimensione a preparação de dados usando Apache Spark, Hive ou Presto no Amazon EMR ou 
AWS Glue nos notebooks Amazon Studio Classic SageMaker

Explorar, analisar e processar dados

Antes de usar um conjunto de dados para treinar um modelo, os cientistas de dados normalmente 
exploram, analisam e pré-processam o conjunto.

O Amazon SageMaker Processing permite executar trabalhos para pré-processar e pós-processar 
dados, realizar engenharia de recursos e avaliar modelos de SageMaker forma fácil e em grande 
escala. Quando combinado com outras tarefas críticas de aprendizado de máquina fornecidas 
por SageMaker, como treinamento e hospedagem, o Processing oferece os benefícios de um 
ambiente de aprendizado de máquina totalmente gerenciado, incluindo todo o suporte de segurança 
e conformidade incorporado SageMaker. Com o Processamento, você tem a flexibilidade de usar 
os contêineres integrados de processamento de dados ou trazer seus próprios contêineres e enviar 
trabalhos personalizados para serem executados na infraestrutura gerenciada. Depois de enviar um 
trabalho, SageMaker inicia as instâncias de computação, processa e analisa os dados de entrada e 
libera os recursos após a conclusão. Para ter mais informações, consulte Processar dados.

• Para obter informações sobre como executar seus próprios scripts de processamento de dados, 
consulte Processamento de recursos com scikit-learn.

• Para obter informações sobre como criar seu próprio contêiner de processamento para executar 
scripts, consulte Criar um contêiner de processamento (cenário avançado).

• Para obter informações sobre como realizar a análise exploratória de dados (EDA) com uma 
interface visual sem código, consulte Prepare dados de ML com o Amazon SageMaker Data 
Wrangler.
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Prepare dados de ML com o Amazon SageMaker Data Wrangler

Important

O Amazon SageMaker Data Wrangler foi integrado ao Amazon SageMaker Canvas. Na 
nova experiência do Data Wrangler no SageMaker Canvas, você pode usar uma interface 
de linguagem natural para explorar e transformar seus dados, além da interface visual. Para 
obter mais informações sobre o Data Wrangler no SageMaker Canvas, consulte. Preparar 
dados

O Amazon SageMaker Data Wrangler (Data Wrangler) é um recurso do Amazon SageMaker Studio 
Classic que fornece uma end-to-end solução para importar, preparar, transformar, caracterizar e 
analisar dados. Você pode integrar um fluxo de preparação de dados do Data Wrangler aos seus 
fluxos de trabalho de machine learning (ML) para simplificar e agilizar o pré-processamento de dados 
e a engenharia de atributos usando pouca ou nenhuma codificação. Você também pode adicionar 
seus próprios scripts e transformações em Python para personalizar os fluxos de trabalho.

O Data Wrangler fornece as seguintes funcionalidades principais para ajudá-lo a analisar e preparar 
dados para aplicativos de machine learning.

• Importar: conecte-se e importe dados do Amazon Simple Storage Service (Amazon S3),: Amazon 
Athena(Athena), Amazon Redshift, Snowflake e Databricks.

• Fluxo de dados: crie um fluxo de dados para definir uma série de etapas de preparação de dados 
de ML. Você pode usar um fluxo para combinar conjuntos de dados de diferentes fontes de dados, 
identificar o número e os tipos de transformações que você deseja aplicar aos conjuntos de dados 
e definir um fluxo de trabalho de preparação de dados que possa ser integrado a um pipeline de 
ML.

• Transforme: limpe e transforme seu conjunto de dados usando transformações padrão, como 
ferramentas de formatação de dados numéricos, vetoriais e de sequência de caracteres. Destaque 
seus dados usando transformações como incorporação de texto e data/hora e codificação 
categórica.

• Gere insights de dados: verifique automaticamente a qualidade dos dados e detecte anomalias em 
seus dados com o Data Wrangler Data Insights e o Quality Report.

• Analise: analise os atributos do seu conjunto de dados em qualquer ponto do fluxo. O Data 
Wrangler inclui ferramentas de visualização de dados integradas, como gráficos de dispersão e 
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histogramas, bem como ferramentas de análise de dados, como análise de vazamento de alvos e 
modelagem rápida para entender a correlação de atributos.

• Exportar: exporte seu fluxo de trabalho de preparação de dados para um local diferente. Estes são 
locais de exemplo:

• Bucket do Amazon Simple Storage Service (Amazon S3)

• Amazon SageMaker Model Building Pipelines — Use SageMaker pipelines para automatizar a 
implantação de modelos. Você pode exportar os dados que você transformou diretamente para 
os pipelines.

• Amazon SageMaker Feature Store — Armazene os recursos e seus dados em uma loja 
centralizada.

• Script Python: armazene os dados e suas transformações em um script Python para seus fluxos 
de trabalho personalizados.

Para começar a usar o Data Wrangler, consulte Comece a usar o Data Wrangler.

Important

O Data Wrangler não é mais compatível com o Jupyter Lab Version 1 (JL1). Para acessar os 
atributos e atualizações mais recentes, atualize para a versão 3 do Jupyter Lab. Para obter 
mais informações sobre a atualização, consulte Visualize e atualize a JupyterLab versão de 
um aplicativo a partir do console.

Important

As informações e os procedimentos neste guia usam a versão mais recente do Amazon 
SageMaker Studio Classic. Para obter informações sobre como atualizar o Studio Classic 
para a versão mais recente, consulteVisão geral da interface do usuário do Amazon 
SageMaker Studio Classic.

Você deve usar o Studio Classic versão 1.3.0 ou posterior. Use o procedimento a seguir para abrir o 
Amazon SageMaker Studio Classic e ver qual versão você está executando.

Para abrir o Studio Classic e verificar sua versão, consulte o procedimento a seguir.

Prepare dados com o Data Wrangler 2146



Amazon SageMaker Guia do Desenvolvedor

1. Use as etapas Pré-requisitos para acessar o Data Wrangler por meio do Amazon SageMaker 
Studio Classic.

2. Ao lado do usuário que você deseja usar para iniciar o Studio Classic, selecione Iniciar 
aplicativo.

3. Escolha Studio.

4. Depois que o Studio Classic for carregado, selecione Arquivo, depois Novo e, em seguida,
Terminal.

5. Depois de iniciar o Studio Classic, selecione Arquivo, depois Novo e, em seguida, Terminal.

6. Digite cat /opt/conda/share/jupyter/lab/staging/yarn.lock | grep -A 1 
"@amzn/sagemaker-ui-data-prep-plugin@" para imprimir a versão da sua instância do 
Studio Classic. Você deve ter a versão 1.3.0 do Studio Classic para usar o Snowflake.
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Você pode atualizar o Amazon SageMaker Studio Classic de dentro doAWS Management Console. 
Para obter mais informações sobre a atualização do Studio Classic, consulteVisão geral da interface 
do usuário do Amazon SageMaker Studio Classic.

Tópicos

• Comece a usar o Data Wrangler

• Importar

• Crie e use um fluxo do Data Wrangler

• Obtenha insights sobre dados e qualidade dos dados

• Treine modelos automaticamente em seu fluxo de dados

• Dados de transformação

• Analisar e visualizar

• Reutilização de fluxos de dados para diferentes conjuntos de dados

• Export

• Use um widget interativo de preparação de dados em um notebook Amazon SageMaker Studio 
Classic para obter insights de dados

• Segurança e permissões

• Notas da versão

• Solução de problemas

• Aumente o limite de instâncias do Amazon EC2

• Atualizar Data Wrangler

• Desligar o Data Wrangler

Comece a usar o Data Wrangler

O Amazon SageMaker Data Wrangler é um recurso do Amazon SageMaker Studio Classic. Use esta 
seção para saber como acessar e começar a usar o Data Wrangler. Faça o seguinte:

1. Conclua cada etapa em Pré-requisitos.

2. Siga o procedimento em Acesse o Data Wrangler para começar a usar o Data Wrangler.

Pré-requisitos

Para usar o Data Wrangler, é necessário concluir os pré-requisitos a seguir.
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1. Para usar o Data Wrangler, é necessário acessar uma instância do Amazon Elastic Compute 
Cloud (Amazon EC2). Para obter mais informações sobre as instâncias do Amazon EC2 que 
você pode usar, consulte Instâncias. Para saber como visualizar suas cotas e, se necessário, 
solicitar um aumento de cota, consulte cotas de serviço da AWS.

2. Configure as permissões obrigatórias descritas em Segurança e permissões.

3. Se sua organização estiver usando um firewall que bloqueia o tráfego de Internet, você deverá 
ter acesso aos seguintes URLs:

• https://ui.prod-1.data-wrangler.sagemaker.aws/

• https://ui.prod-2.data-wrangler.sagemaker.aws/

• https://ui.prod-3.data-wrangler.sagemaker.aws/

• https://ui.prod-4.data-wrangler.sagemaker.aws/

Para usar o Data Wrangler, você precisa de uma instância ativa do Studio Classic. Para saber 
como iniciar uma nova instância, consulte Visão geral SageMaker do Amazon Domain. Quando sua 
instância do Studio Classic estiver pronta, use as instruções emAcesse o Data Wrangler.

Acesse o Data Wrangler

O procedimento a seguir pressupõe que você já concluiu os Pré-requisitos.

Para acessar o Data Wrangler no Studio Classic, faça o seguinte.

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Escolha o ícone Início.

6. Escolha Dados.

7. Escolha Data Wrangler.

8. Você também pode criar um fluxo do Data Wrangler fazendo o seguinte:

a. Na barra de navegação superior, selecione Arquivo.

b. Selecione Novo.
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c. Selecione Fluxo do Data Wrangler.

9. (Opcional) Renomeie o novo diretório e o arquivo .flow.

10. Ao criar um novo arquivo.flow no Studio Classic, você pode ver um carrossel que apresenta o 
Data Wrangler.

Isso pode levar alguns minutos.

Essa mensagem persiste enquanto o KernelGatewayaplicativo na sua página de detalhes do 
usuário estiver pendente. Para ver o status desse aplicativo, no SageMaker console da página 
do Amazon SageMaker Studio Classic, selecione o nome do usuário que você está usando para 
acessar o Studio Classic. Na página Detalhes do usuário, você vê um KernelGatewayaplicativo 
em Aplicativos. Espere até que o status do aplicativo esteja Pronto para começar a usar o Data 
Wrangler. Isso pode levar cerca de 5 minutos na primeira vez que você iniciar o Data Wrangler.
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11. Para começar, escolha uma fonte de dados e use-a para importar um conjunto de dados. Para 
saber mais, consulte Importar.

Quando você importa um conjunto de dados, ele aparece no seu fluxo de dados. Para saber 
mais, consulte Crie e use um fluxo do Data Wrangler.

12. Após a importação de um conjunto de dados, o Data Wrangler infere automaticamente o tipo de 
dados em cada coluna. Escolha + ao lado da etapa Tipos de dados e selecione Editar tipos de 
dados.

Important

Após adicionar transformações na etapa Tipos de dados, você não poderá atualizar em 
massa os tipos de coluna usando Tipos de atualização.

13. Use o fluxo de dados para adicionar transformações e análises. Para saber mais, consulte
Dados de transformação e Analisar e visualizar.

14. Para exportar um fluxo de dados completo, escolha Exportar e escolha uma opção de 
exportação. Para saber mais, consulte Export.

15. Por fim, escolha o ícone Componentes e registros e selecione Data Wrangler na lista suspensa 
para ver todos os arquivos .flow criados por você. Você pode usar esse menu para localizar e se 
mover entre fluxos de dados.

Depois de iniciar o Data Wrangler, você pode usar a seção a seguir para ver um passo a passo de 
como você pode usar o Data Wrangler para criar um fluxo de preparação de dados com ML.
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Atualização do Data Wrangler

Recomendamos que você atualize periodicamente o aplicativo Data Wrangler Studio Classic para 
acessar os recursos e atualizações mais recentes. O nome do aplicativo Data Wrangler começa com.
sagemaker-data-wrang Para saber como atualizar um aplicativo Studio Classic, consulteDesligue e 
atualize os aplicativos do Studio Classic.

Demonstração: Passo a passo do conjunto de dados Data Wrangler Titanic

As seções a seguir fornecem uma explicação passo a passo para ajudar você a começar a usar o 
Data Wrangler. Esse passo a passo pressupõe que você já tenha seguido as etapas em Acesse 
o Data Wrangler e tenha aberto um novo arquivo de fluxo de dados que você pretende usar para 
a demonstração. Talvez você queira renomear esse arquivo .flow para algo semelhante como
titanic-demo.flow.

Este passo a passo usa o conjunto de dados do Titanic. É uma versão modificada do conjunto de 
dados do Titanic que você pode importar para o fluxo do Data Wrangler com mais facilidade. Esse 
conjunto de dados contém o status de sobrevivência, a idade, o gênero e a classe (que serve como 
um indicador da status econômico) dos passageiros a bordo da viagem inaugural do RMS Titanic em 
1912.

Neste tutorial, você realizará as seguintes etapas:

1. Execute um destes procedimentos:

• Abra seu fluxo do Data Wrangler e escolha Usar conjunto de dados de amostra.

• Faça upload do conjunto de dados do Titanic no Amazon Simple Storage Service (Amazon S3) 
e, em seguida, importe esse conjunto de dados para o Data Wrangler.

2. Analise o conjunto de dados usando as análises do Data Wrangler.

3. Defina um fluxo de dados usando as transformações de dados do Data Wrangler.

4. Exporte seu fluxo para um bloco de anotações Jupyter que pode ser usado para criar um trabalho 
do Data Wrangler.

5. Processe seus dados e inicie um trabalho de SageMaker treinamento para treinar um classificador 
binário XGBoost.

Faça upload do conjunto de dados no S3 e importe

Para começar, é possível usar um dos seguintes métodos para importar o conjunto de dados do 
Titanic para o Data Wrangler:

Comece a usar o Data Wrangler 2152

https://s3.us-west-2.amazonaws.com/amazon-sagemaker-data-wrangler-documentation-artifacts/walkthrough_titanic.csv
https://www.openml.org/d/40945
https://www.openml.org/d/40945
https://s3.us-west-2.amazonaws.com/amazon-sagemaker-data-wrangler-documentation-artifacts/walkthrough_titanic.csv


Amazon SageMaker Guia do Desenvolvedor

• Importando o conjunto de dados diretamente do fluxo do Data Wrangler

• Fazendo upload do conjunto de dados no Amazon S3 e depois importando para o Data Wrangler

Para importar o conjunto de dados diretamente para o Data Wrangler, abra o fluxo e escolha Usar 
conjunto de dados de amostra.

O upload do conjunto de dados no Amazon S3 e a importação para o Data Wrangler é mais próximo 
da experiência que você tem ao importar seus próprios dados. As informações a seguir explicam 
como fazer o upload do seu conjunto de dados e importá-lo.

Antes de começar a importar os dados para o Data Wrangler, baixe o conjunto de dados do Titanic
e faça o upload em um bucket do Amazon S3 (Amazon S3) na região da AWS que você deseja 
concluir esta demonstração.

Se você for um novo usuário do Amazon S3, poderá fazer isso usando o recurso de arrastar e soltar 
no console do Amazon S3. Para saber como, consulte Upload de arquivos e pastas usando arrastar 
e soltar na Guia do usuário do Amazon Simple Storage Service.

Important

Faça upload do seu conjunto de dados em um bucket do S3 na mesma região da AWS que 
você deseja usar para concluir esta demonstração.

Quando seu conjunto de dados tiver sido carregado com êxito no Amazon S3, você poderá importá-
lo para o Data Wrangler.

Importe o conjunto de dados do Titanic para o Data Wrangler

1. Escolha o botão Importar dados na guia Fluxo de dados ou escolha a guia Importar.

2. Selecione Amazon S3.

3. Use a tabela Importar um conjunto de dados do S3 para encontrar o bucket onde você adicionou 
o conjunto de dados do Titanic. Escolha o arquivo CSV do conjunto de dados do Titanic para 
abrir o painel Detalhes.

4. Em Detalhes, o tipo de arquivo deve ser CSV. Marque Primeira linha é cabeçalho para 
especificar que a primeira linha do conjunto de dados é um cabeçalho. Você também pode 
nomear o conjunto de dados de forma mais conveniente, como Titanic-train.

5. Escolha o botão Importar .

Comece a usar o Data Wrangler 2153

https://s3.us-west-2.amazonaws.com/amazon-sagemaker-data-wrangler-documentation-artifacts/walkthrough_titanic.csv
https://docs.aws.amazon.com/AmazonS3/latest/user-guide/upload-objects.html#upload-objects-by-drag-and-drop
https://docs.aws.amazon.com/AmazonS3/latest/user-guide/upload-objects.html#upload-objects-by-drag-and-drop


Amazon SageMaker Guia do Desenvolvedor

Quando seu conjunto de dados é importado para o Data Wrangler, ele aparece na guia Fluxo de 
dados. Você pode clicar duas vezes em um nó para entrar na visualização de detalhes do nó, o que 
permite adicionar transformações ou análises. Você pode usar o ícone de adição para acesso rápido 
à navegação. Na próxima seção, você usará esse fluxo de dados para adicionar etapas de análise e 
transformação.

Fluxo de dados

Na seção de fluxo de dados, as únicas etapas do fluxo de dados são seu conjunto de dados 
importado recentemente e uma etapa de tipo de dados. Depois de aplicar as transformações, você 
pode voltar a essa guia e ver como é o fluxo de dados. Agora, adicione algumas transformações 
básicas nas guias Preparar e Analisar.

Preparo e visualização

O Data Wrangler tem transformações e visualizações integradas que você pode usar para analisar, 
limpar e transformar seus dados.

A guia Dados da visualização de detalhes do nó lista todas as transformações integradas no painel 
direito, que também contém uma área onde você pode adicionar transformações personalizadas. O 
caso de uso a seguir mostra como usar essas transformações.

Para obter informações que possam ajudar você na exploração de dados e na engenharia de 
atributos, crie um relatório de qualidade dos dados e insights. As informações do relatório podem 
ajudar você a limpar e processar seus dados. Ele fornece informações como o número de valores 
ausentes e o número de valores atípicos. Caso tenha problemas com seus dados, como vazamento 
ou desequilíbrio de destino, o relatório de insights pode chamar sua atenção para esses problemas. 
Para obter mais informações sobre como criar um relatório, consulte Obtenha insights sobre dados e 
qualidade dos dados.

Exploração de dados

Primeiro, crie um resumo da tabela dos dados usando uma análise. Faça o seguinte:

1. Escolha o + ao lado da etapa Tipo de dados em seu fluxo de dados e selecione Adicionar 
análise.

2. Na área Análise, selecione Resumo da tabela na lista suspensa.

3. Dê um nome ao resumo da tabela.

4. Selecione Visualizar para visualizar a tabela que será criada.
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5. Escolha Salvar para salvar em seu fluxo de dados. Ela aparecerá em Todas as análises.

Usando as estatísticas que você vê, você pode fazer observações semelhantes às seguintes sobre 
esse conjunto de dados:

• A média da tarifa (média) é de cerca de US$ 33, enquanto a máxima é superior a US$ 500. Essa 
coluna provavelmente tem valores atípicos.

• Este conjunto de dados usa ? para indicar valores ausentes. Várias colunas têm valores ausentes:
cabine, embarcou e destino.inicial

• A categoria de idade não tem mais de 250 valores.

Em seguida, limpe seus dados usando os insights obtidos com essas estatísticas.

Descarte de colunas não utilizadas

Usando a análise da seção anterior, limpe o conjunto de dados para prepará-lo para o treinamento. 
Para adicionar uma nova transformação ao seu fluxo de dados, escolha + ao lado da etapa Tipo de 
dados em seu fluxo de dados e escolha Adicionar transformação.

Primeiro, descarte as colunas que você não deseja utilizar para treinamento. Você pode usar 
a biblioteca de análise de dados do pandas para fazer isso ou usar uma das transformações 
integradas.

Use o procedimento a seguir para descartar as colunas não utilizadas.

Para descartar as colunas não utilizadas.

1. Abra o fluxo do Data Wrangler.

2. Há dois nós no fluxo do Data Wrangler. Escolha o + à direita do nó Tipos de dados.

3. Escolha Adicionar transformação.

4. Na coluna Todas as etapas, escolha Adicionar etapa.

5. Na lista Transformação padrão, escolha Gerenciar colunas. As transformações padrão são 
transformações prontas e integradas. Lembre-se de verificar se a opção Eliminar coluna está 
selecionada.

6. Em Colunas a serem eliminadas, verifique os seguintes nomes de colunas:

• cabine
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• bilhete

• name

• sibsp

• parch

• destino.inicial

• barco

• body

7. Escolha Preview (Pré-visualizar).

8. Verifique se as colunas foram eliminadas e escolha Adicionar.

Para fazer isso usando o pandas, siga estas etapas:

1. Na coluna Todas as etapas, escolha Adicionar etapa.

2. Na lista Transformação personalizada, escolha Transformação personalizada.

3. Forneça um nome para sua transformação e escolha Python (Pandas) na lista suspensa.

4. Insira o seguinte script Python na caixa de código.

cols = ['name', 'ticket', 'cabin', 'sibsp', 'parch', 'home.dest','boat', 'body']
df = df.drop(cols, axis=1)

5. Escolha Visualizar para visualizar a alteração e, em seguida, escolha Adicionar para adicionar a 
transformação.

Limpeza de valores ausentes

Agora, limpe os valores ausentes. Você pode fazer isso com o grupo de transformação Lidar com 
valores ausentes.

Várias colunas têm valores ausentes. Das colunas restantes, idade e tarifa contêm valores ausentes. 
Inspecione isso usando uma Transformação personalizada.

Usando a opção Python (Pandas), use o seguinte para analisar rapidamente o número de entradas 
em cada coluna:

df.info()
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Para eliminar linhas com valores ausentes na categoria idade, faça o seguinte:

1. Escolha Lidar com ausentes.

2. Escolha Soltar ausentes para o Transformador.

3. Escolha idade para a coluna Entrada.

4. Escolha Visualizar para ver o novo quadro de dados e, em seguida, escolha Adicionar para 
adicionar a transformação ao seu fluxo.

5. Repita o mesmo processo para a tarifa.

Você pode usar df.info() na seção Transformação personalizada para confirmar que todas as 
linhas agora têm 1.045 valores.

Pandas personalizados: codificar

Experimente a codificação plana usando o Pandas. A codificação de dados categóricos é o processo 
de criação de uma representação numérica para categorias. Por exemplo, se as suas categorias são
Dog e Cat, você pode codificar essas informações em dois vetores: [1,0] para representar Dog, e
[0,1] para representar Cat.

Comece a usar o Data Wrangler 2157



Amazon SageMaker Guia do Desenvolvedor

1. Na seção Transformação personalizada, escolha Python (Pandas) na lista suspensa.

2. Insira o seguinte na caixa de código.

import pandas as pd

dummies = []
cols = ['pclass','sex','embarked']
for col in cols: 
    dummies.append(pd.get_dummies(df[col])) 
     
encoded = pd.concat(dummies, axis=1)

df = pd.concat((df, encoded),axis=1)

3. Escolha Visualizar para visualizar a alteração. A versão codificada de cada coluna será 
adicionada ao conjunto de dados.

4. Escolha Adicionar para adicionar a transformação.

SQL personalizado: SELEÇÃO das colunas

Agora, selecione as colunas que você deseja manter usando SQL. Para esta demonstração, 
selecione as colunas listadas na instrução SELECT a seguir. Como sobreviveu é sua coluna-alvo 
para o treinamento, coloque essa coluna em primeiro lugar.

1. Na seção Transformação personalizada, selecione SQL (PySpark SQL) na lista suspensa.

2. Insira o seguinte na caixa de código.

SELECT survived, age, fare, 1, 2, 3, female, male, C, Q, S FROM df;

3. Escolha Visualizar para visualizar a alteração. As colunas listadas em sua instrução SELECT são 
as únicas colunas restantes.

4. Escolha Adicionar para adicionar a transformação.

Exportação para um bloco de anotações do Data Wrangler

Ao terminar de criar um fluxo de dados, você tem várias opções de exportação. A seção a seguir 
explica como exportar para um bloco de anotações de trabalho do Data Wrangler. Um trabalho do 
Data Wrangler é usado para processar seus dados usando as etapas definidas em seu fluxo de 
dados. Para saber mais sobre todas as opções de exportação, consulte Export.
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Exportação para um bloco de anotações de trabalho do Data Wrangler

Quando você exporta seu fluxo de dados usando um trabalho do Data Wrangler, o processo 
cria automaticamente um bloco de anotações Jupyter. Esse notebook abre automaticamente 
na sua instância do Studio Classic e está configurado para executar um trabalho de SageMaker 
processamento para executar o fluxo de dados do Data Wrangler, conhecido como trabalho do Data 
Wrangler.

1. Salve seu fluxo de dados. Selecione Arquivo e, em seguida, selecione Salvar fluxo do Data 
Wrangler.

2. Volte para a guia Fluxo de dados, selecione a última etapa em seu fluxo de dados (SQL) e 
escolha o + para abrir a navegação.

3. Escolha Exportar e Amazon S3 (via bloco de anotações Jupyter). Isso abre um bloco de 
anotações Jupyter.

4. Escolha qualquer kernel do Python 3 (Ciência de Dados) para o Kernel.

5. Quando o kernel for iniciado, execute as células no caderno até Kick off SageMaker Training Job 
(Opcional).

6. Opcionalmente, você pode executar as células no Kick off SageMaker Training Job (Opcional)
se quiser criar um trabalho de SageMaker treinamento para treinar um classificador XGBoost. 
Você pode encontrar o custo de executar um trabalho de SageMaker treinamento na Amazon 
SageMaker Pricing.

Como alternativa, você pode adicionar os blocos de código encontrados em Treinamento do 
classificador XGBoost ao bloco de anotações e executá-los para usar a biblioteca de código 
aberto XGBoost para treinar um classificador XGBoost.

7. Descomente e execute a célula em Cleanup e execute-a para reverter o SDK do SageMaker 
Python para sua versão original.
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Você pode monitorar o status do trabalho do Data Wrangler no SageMaker console na guia
Processamento. Além disso, você pode monitorar seu trabalho no Data Wrangler usando a Amazon. 
CloudWatch Para obter informações adicionais, consulte Monitorar trabalhos SageMaker de 
processamento da Amazon com CloudWatch registros e métricas.

Se você iniciou um trabalho de treinamento, pode monitorar seu status usando o SageMaker console 
em Trabalhos de treinamento na seção Treinamento.

Treinamento do classificador XGBoost

Você pode treinar um classificador binário XGBoost usando um notebook Jupyter ou um Amazon 
Autopilot. SageMaker Você pode usar o Autopilot para treinar e ajustar modelos automaticamente 
nos dados transformados diretamente em seu fluxo do Data Wrangler. Para obter informações sobre 
o Autopilot, consulte Treine modelos automaticamente em seu fluxo de dados.

No mesmo bloco de anotações que deu início ao trabalho do Data Wrangler, você pode extrair os 
dados e treinar um classificador binário XGBoost usando os dados preparados com o mínimo de 
preparação de dados.

1. Primeiro, atualize os módulos necessários usando pip e remova o arquivo _SUCCESS (esse 
último arquivo é problemático durante o uso de awswrangler).

! pip install --upgrade awscli awswrangler boto sklearn
! aws s3 rm {output_path} --recursive  --exclude "*" --include "*_SUCCESS*"

2. Leia os dados do Amazon S3. Você pode usar awswrangler para ler recursivamente todos os 
arquivos CSV no prefixo do S3. Os dados são então divididos em recursos e rótulos. O rótulo é a 
primeira coluna do quadro de dados.

import awswrangler as wr

df = wr.s3.read_csv(path=output_path, dataset=True)
X, y = df.iloc[:,:-1],df.iloc[:,-1]

• Por fim, crie DMatrices (a estrutura primitiva do XGBoost para dados) e faça uma validação 
cruzada usando a classificação binária XGBoost.

import xgboost as xgb

dmatrix = xgb.DMatrix(data=X, label=y)
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params = {"objective":"binary:logistic",'learning_rate': 0.1, 'max_depth': 5, 
 'alpha': 10}

xgb.cv( 
    dtrain=dmatrix,  
    params=params,  
    nfold=3, 
    num_boost_round=50, 
    early_stopping_rounds=10, 
    metrics="rmse",  
    as_pandas=True,  
    seed=123)

Encerrando o Data Wrangler

Ao terminar de usar o Data Wrangler, recomendamos que você encerre a instância em que ele é 
executado para evitar cobranças adicionais. Para saber como encerrar o aplicativo Data Wrangler e 
a instância associada, consulte Desligar o Data Wrangler.

Importar

Você pode usar o Amazon SageMaker Data Wrangler para importar dados das seguintes fontes
de dados: Amazon Simple Storage Service (Amazon S3), Amazon Athena, Amazon Redshift e 
Snowflake. O conjunto de dados que você importa pode incluir até 1.000 colunas.

Tópicos

• Importar dados do Amazon S3

• Importar dados do Athena

• Importar dados do Amazon Redshift

• Importar dados do Amazon EMR

• Importar dados do Databricks (JDBC)

• Importar dados do Salesforce Data Cloud

• Importar dados do Snowflake

• Importar dados de plataformas de software como serviço (SaaS)

• Armazenamento de dados importados

Algumas fontes de dados permitem que você adicione várias conexões de dados:
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• Você pode se conectar a vários clusters do Amazon Redshift. Cada cluster se torna uma fonte de 
dados.

• Você pode consultar qualquer banco de dados do Athena em sua conta para importar dados desse 
banco de dados.

Quando você importa um conjunto de dados de uma fonte de dados, ele aparece no seu fluxo de 
dados. O Data Wrangler infere automaticamente o tipo de dados de cada coluna em seu conjunto 
de dados. Para modificar esses tipos, selecione a etapa Tipos de dados e selecione Editar tipos de 
dados.

Quando você importa dados do Athena ou do Amazon Redshift, os dados importados são 
armazenados automaticamente no bucket SageMaker padrão do S3 para a região na qual você está 
AWS usando o Studio Classic. Além disso, o Athena armazena os dados que você visualiza no Data 
Wrangler neste bucket. Para saber mais, consulte Armazenamento de dados importados.

Important

O bucket padrão do Amazon S3 pode não ter as configurações de segurança menos 
permissivas, como política de bucket e criptografia do lado do servidor (SSE). É altamente 
recomendável que você Adicione uma política de bucket para restringir o acesso aos 
conjuntos de dados importados para o Data Wrangler.

Important

Além disso, se você usa a política gerenciada para SageMaker, é altamente recomendável 
que você a reduza até a política mais restritiva que permita realizar seu caso de uso. Para 
ter mais informações, consulte Conceder permissão a uma função do IAM para usar o Data 
Wrangler.

Todas as fontes de dados, exceto o Amazon Simple Storage Service (Amazon S3), exigem que você 
especifique uma consulta SQL para importar seus dados. Para cada consulta, você deve especificar 
o seguinte:

• Catálogo de dados
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• Database

• Tabela

Você pode especificar o nome do banco de dados ou do catálogo de dados nos menus suspensos 
ou na consulta. Veja os exemplos de consultas:

• select * from example-data-catalog-name.example-database-name.example-
table-name - A consulta não usa nada especificado nos menus suspensos da interface do 
usuário (UI) para ser executada. Ele consulta example-table-name dentro de example-
database-name dentro de example-data-catalog-name.

• select * from example-database-name.example-table-name - A consulta usa 
o catálogo de dados que você especificou no menu suspenso Catálogo de dados para ser 
executada. Ele consulta example-table-name dentro de example-database-name do 
catálogo de dados que você especificou.

• select * from example-table-name - A consulta exige que você selecione campos para os 
menus suspensos Catálogo de dados e Nome do bancode dados. Faz consultas em example-
table-name dentro do catálogo de dados dentro do banco de dados e catálogo de dados que 
você especificou.

O link entre o Data Wrangler e a fonte de dados é uma  conexão. Você usa a conexão para importar 
dados da sua fonte de dados.

Existem os seguintes tipos de conexões:

• Direta

• Catalogado

O Data Wrangler sempre tem acesso aos dados mais recentes em uma conexão direta. Se os 
dados na fonte de dados foram atualizados, você pode usar a conexão para importar os dados. 
Por exemplo, se alguém adicionar um arquivo a um dos seus buckets do Amazon S3, você poderá 
importar o arquivo.

Uma conexão catalogada é o resultado de uma transferência de dados. Os dados na conexão 
catalogada não têm necessariamente os dados mais recentes. Por exemplo, você pode configurar 
uma transferência de dados entre o Salesforce e o Amazon S3. Se houver uma atualização nos 
dados do Salesforce, você deverá transferir os dados novamente. Você pode automatizar o processo 
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de transferência de dados. Para obter mais informações sobre transferências de dados, consulte
Importar dados de plataformas de software como serviço (SaaS).

Importar dados do Amazon S3

Você pode usar o Amazon Simple Storage Service (Amazon S3) para armazenar e recuperar 
qualquer volume de dados, a qualquer momento, de qualquer lugar na web. Você pode realizar 
essas tarefas usando o AWS Management Console, que é uma interface web simples e intuitiva, e 
a API do Amazon S3. Se você armazenou seu conjunto de dados localmente, recomendamos que 
você o adicione a um bucket do S3 para importação no Data Wrangler. Para aprender como fazer 
isso, consulte Fazer upload de um objeto para um bucket no Guia do Usuário do Amazon Simple 
Storage Service.

O Data Wrangler usa o S3 Select para permitir que você visualize seus arquivos Amazon S3 no Data 
Wrangler. Você incorre em cobranças padrão para cada visualização prévia do arquivo. Para saber 
mais sobre preços, consulte a guia Solicitações e recuperação de dados na definição de preço do
Amazon S3.

Important

Se você planeja exportar um fluxo de dados e iniciar um trabalho do Data Wrangler, ingerir 
dados em uma SageMaker feature store ou criar um SageMaker pipeline, saiba que essas 
integrações exigem que os dados de entrada do Amazon S3 estejam localizados na mesma 
região. AWS

Important

Se você estiver importando um arquivo CSV, verifique se ele cumpre os requisitos a seguir:

• Um registro no seu conjunto de dados não pode ser maior que uma linha.

• Uma barra invertida, \, é o único caractere de escape válido.

• Seu conjunto de dados deve usar um dos seguintes delimitadores:

• Vírgula - ,

• Dois pontos - :

• Ponto e vírgula - ;

• Barra vertical - |
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• Aba - [TAB]

Para economizar espaço, você pode importar arquivos CSV compactados.

O Data Wrangler permite importar todo o conjunto de dados ou amostrar uma parte dele. Para o 
Amazon S3, ele fornece as seguintes opções de amostragem:

• Nenhum — Importar todo o conjunto de dados.

• Primeiro K — Fazer uma amostra das primeiras K linhas do conjunto de dados, em que K é um 
número inteiro que você especifica.

• Aleatório - obtém uma amostra aleatória de um tamanho especificado por você.

• Estratificado - obtém uma amostra aleatória estratificada. Uma amostra estratificada preserva 
proporção de valores em uma coluna.

Depois de importar seus dados, você também pode usar o transformador de amostragem para 
obter uma ou mais amostras de todo o seu conjunto de dados. Para obter mais informações sobre a 
transformação de amostra, consulte Amostragem.

É possível usar um dos seguintes identificadores de recurso para importar seus dados:

• Um URI do Amazon S3 que usa um bucket do Amazon S3 ou pontos de acesso Amazon S3

• Um alias de ponto de acesso Amazon S3.

• Um nome do recurso da Amazon (ARN) que usa um bucket do Amazon S3 ou pontos de acesso 
Amazon S3

Os pontos de Acesso Amazon S3 são endpoints de rede anexados a buckets. Cada ponto de 
acesso possui permissões distintas e controles de rede que você pode configurar. Para obter mais 
informações sobre pontos de acesso, consulte Como gerenciar o acesso a dados com os pontos de 
acesso Amazon S3.
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Important

Se você estiver usando um Amazon Resource Name (ARN) para importar seus dados, ele 
deve ser para um recurso localizado no mesmo Região da AWS que você está usando para 
acessar o Amazon SageMaker Studio Classic.

Você pode importar um único arquivo ou vários arquivos como um conjunto de dados. É possível 
usar a operação de importação de vários arquivos quando você tem um conjunto de dados que é 
particionado em arquivos separados. Pega todos os arquivos de um diretório do Amazon S3 e os 
importa como um único conjunto de dados. Para obter informações sobre os tipos de arquivos que 
você pode importar e como importá-los, consulte as seções a seguir.

Single File Import

Você pode importar arquivos individuais nos seguintes formatos:

• Valores separados por vírgula (CSV)

• Parquet

• Notação de objetos JavaScript (JSON)

• Colunar otimizado para linhas (ORC)

• Imagem - O Data Wrangler usa o OpenCV para importar imagens. Para obter mais informações 
sobre os formatos de imagem compatíveis, consulte Leitura e gravação de arquivos de 
imagem.

Para arquivos formatados em JSON, o Data Wrangler é compatível com linhas JSON (.jsonl) 
e documentos JSON (.json). Quando você visualiza seus dados, ele mostra automaticamente 
o JSON em formato tabular. Para documentos JSON aninhados com mais de 5 MB, o Data 
Wrangler mostra o esquema da estrutura e das matrizes como valores no conjunto de dados. 
Use os operadores Nivelados estruturados e Explodir a matriz para exibir os valores aninhados 
em formato tabular. Para obter mais informações, consulte Explodir matriz e Desaninhar dados 
JSON.

Ao escolher um conjunto de dados, você pode renomeá-lo, especificar o tipo de arquivo e 
identificar a primeira linha como cabeçalho.

Você pode importar um conjunto de dados que você particionou em vários arquivos em um 
bucket do Amazon S3 em uma única etapa de importação.
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Para importar um conjunto de dados para o Data Wrangler a partir de um único arquivo que você 
armazenou no Amazon S3:

1. Se você não estiver atualmente na guia Importar, escolha Importar.

2. Em Disponível, escolha Amazon S3.

3. Em Importar dados tabulares, dados de imagem ou dados de séries temporais do S3, faça o 
seguinte:

• Escolha um bucket do Amazon S3 na visualização tabular e navegue até o arquivo que 
você está importando.

• Para a fonte do S3, especifique um bucket do Amazon S3 ou um URI do Amazon S3 e 
selecione Go. As URIs do Amazon S3 podem estar em um dos seguintes formatos:

• s3://DOC-EXAMPLE-BUCKET/example-prefix/example-file

• example-access-point- aqfqprnstn7aefdfbarligizwgyfouse1a -
s3alias/datasets/ arquivo de exemplo

• s3://arn:aws:s3:AWS-Region:111122223333:accesspoint/example-
prefix/example-file

4. Escolha o conjunto de dados para abrir o painel Importar configurações.

5. Se o seu arquivo CSV tiver um cabeçalho, selecione a caixa de seleção ao lado de Adicionar 
cabeçalho à tabela.

6. Use a tabela de Visualização para visualizar seu conjunto de dados. Essa tabela mostra até 
100 linhas.

7. No painel Detalhes, verifique ou altere o nome e o tipo de arquivo do seu conjunto de dados. 
Se você adicionar um Nome que contenha espaços, esses espaços serão substituídos por 
sublinhados quando seu conjunto de dados for importado.

8. Especifique a configuração de amostragem que gostaria de usar.

9. Escolha Importar.

Multifile Import

A seguir estão os requisitos para importar vários arquivos:

• Os arquivos devem estar na mesma pasta do seu bucket do Amazon S3.

• Os arquivos devem compartilhar o mesmo cabeçalho ou não ter cabeçalho.
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Cada arquivo deve estar em um dos seguintes formatos:

• CSV

• Parquet

• Colunar otimizado para linhas (ORC)

• Imagem - O Data Wrangler usa o OpenCV para importar imagens. Para obter mais informações 
sobre os formatos de imagem compatíveis, consulte Leitura e gravação de arquivos de 
imagem.

Siga o procedimento abaixo para importar vários arquivos.

Para importar um conjunto de dados para o Data Wrangler a partir de vários arquivos que você 
armazenou em um diretório do Amazon S3

1. Se você não estiver atualmente na guia Importar, escolha Importar.

2. Em Disponível, escolha Amazon S3.

3. Em Importar dados tabulares, dados de imagem ou dados de séries temporais do S3, faça o 
seguinte:

• Escolha um bucket do Amazon S3 na visualização tabular e navegue até a pasta que 
contém os arquivos que você está importando.

• Para a fonte do S3, especifique um bucket do Amazon S3 ou um URI do Amazon S3 e 
selecione Ir. As seguintes são URIs válidos:

• s3://DOC-EXAMPLE-BUCKET/example-prefix/example-prefix

• example-access-point-aqfqprnstn7aefdfbarligizwgyfouse1a-
s3alias/example-prefix/

• s3://arn:aws:s3:AWS-Region:111122223333:accesspoint/example-
prefix

4. Selecione a pasta que contém os arquivos que você quer importar. Cada arquivo deve estar 
em um dos formatos suportados. Seus arquivos devem ser do mesmo tipo de dados.

5. Se sua pasta tiver arquivos CSV com cabeçalhos, marque a caixa de seleção ao lado da
Primeira linha é um cabeçalho.

6. Se seus arquivos estiverem aninhados em outras pastas, marque a caixa de seleção ao lado 
de Incluir diretórios aninhados.
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7. (Opcional) Escolha Adicionar coluna de nome de arquivo e adicione uma coluna ao conjunto 
de dados que mostre o nome do arquivo para cada observação.

8. (Opcional) Por padrão, o Data Wrangler não mostra uma prévia de uma pasta. Você pode 
ativar a visualização escolhendo o botão azul de Desligar a visualização. Uma prévia mostra 
as primeiras 10 linhas dos primeiros 10 arquivos na pasta.

9. No painel Detalhes, verifique ou altere o nome e o tipo de arquivo do seu conjunto de dados. 
Se você adicionar um Nome que contenha espaços, esses espaços serão substituídos por 
sublinhados quando seu conjunto de dados for importado.

10. Especifique a configuração de amostragem que gostaria de usar.

11. Escolha Importar conjunto de dados.

Você também pode usar parâmetros para importar um subconjunto de arquivos que correspondam 
a um padrão. Os parâmetros ajudam você a escolher de forma mais seletiva os arquivos que você 
está importando. Para começar a utilizar parâmetros, edite a fonte de dados e aplique-os ao caminho 
que você está utilizando para importar os dados. Para ter mais informações, consulte Reutilização de 
fluxos de dados para diferentes conjuntos de dados.

Importar dados do Athena

Use o Amazon Athena para importar dados do Amazon Simple Storage Service (Amazon S3) para o 
Data Wrangler. No Athena, você escreve consultas SQL padrão para selecionar os dados que você 
está importando do Amazon S3. Para obter mais informações, consulte O que é o Amazon Athena?

Você pode usar o AWS Management Console para configurar o Amazon Athena. Você deve criar 
pelo menos um banco de dados no Athena antes de começar a executar consultas. Para obter mais 
informações sobre como começar com o Athena, consulte Conceitos básicos.

O Athena está diretamente integrado ao Data Wrangler. Você pode escrever consultas no Athena 
sem precisar sair da interface do Data Wrangler.

Além de escrever consultas simples no Athena no Data Wrangler, você também pode usar:

• Grupos de trabalho do Athena para gerenciamento de resultados de consultas. Para obter mais 
informações sobre grupos de trabalho, consulte Como gerenciar os resultados da consulta.

• Configurações de duração para definir períodos de retenção de dados. Para obter mais 
informações sobre a retenção de dados, consulte Definir os períodos de retenção de dados.
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Consulte Athena no Data Wrangler

Note

O Data Wrangler não oferece suporte a consultas federadas.

Se você estiver usando AWS Lake Formation com o Athena, certifique-se de que as 
permissões IAM do Lake Formation não substituam as permissões IAM para o banco de dados
sagemaker_data_wrangler.

O Data Wrangler permite importar todo o conjunto de dados ou amostrar uma parte dele. Para o 
Athena, ele oferece as seguintes opções de amostragem:

• Nenhum — Importar todo o conjunto de dados.

• Primeiro K — Fazer uma amostra das primeiras K linhas do conjunto de dados, em que K é um 
número inteiro que você especifica.

• Aleatório - obtém uma amostra aleatória de um tamanho especificado por você.

• Estratificado - obtém uma amostra aleatória estratificada. Uma amostra estratificada preserva 
proporção de valores em uma coluna.

O procedimento a seguir mostra como importar um conjunto de dados do Athena para o Data 
Wrangler.

Para importar um conjunto de dados do Athena para o Data Wrangler

1. Faça login no Amazon SageMaker Console.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Escolha o ícone Início.

6. Escolha Dados.

7. Escolha Data Wrangler.

8. Escolha Importar dados.

9. Em Disponível, escolha Amazon Athena.

10. Para Catálogo de dados, escolha um catálogo de dados.
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11. Use a lista suspensa Banco de dados para selecionar o banco de dados que deseja consultar. 
Ao selecionar um banco de dados, você pode visualizar todas as tabelas em seu banco de 
dados usando as Tabelas listadas em Detalhes.

12. (Opcional) Escolha Configuração avançada.

a. Escolha um Grupo de trabalho.

b. Se seu grupo de trabalho não impôs o local de saída do Amazon S3 ou se você não usa um 
grupo de trabalho, especifique um valor para a localização dos resultados da consulta no 
Amazon S3.

c. (Opcional) Em Período de retenção de dados, marque a caixa de seleção para definir um 
período de retenção de dados e especificar o número de dias para armazenar os dados 
antes de serem excluídos.

d. (Opcional) Por padrão, o Data Wrangler salva a conexão. Você pode optar por desmarcar a 
caixa de seleção e não salvar a conexão.

13. Para Amostragem, escolha um método de amostragem. Escolha Nenhum para desativar a 
amostragem.

14. Digite sua consulta no editor de consultas e escolha Executar para executar a consulta. Após 
uma consulta bem-sucedida, você pode visualizar seu resultado abaixo do editor.

Note

Os dados do Salesforce usam o tipo timestamptz. Se você estiver consultando a 
coluna de timestamp que importou do Salesforce para o Athena, converta os dados na 
coluna para o tipo timestamp. A seguinte consulta converte a coluna de timestamp 
para o tipo correto.

# cast column timestamptz_col as timestamp type, and name it as 
 timestamp_col
select cast(timestamptz_col as timestamp) as timestamp_col from table 
                         

15. Para importar os resultados da sua consulta, selecione Importar.

Depois de concluir o procedimento anterior, o conjunto de dados que você consultou e importou 
aparece no fluxo do Data Wrangler.

Importar 2171



Amazon SageMaker Guia do Desenvolvedor

Por padrão, o Data Wrangler salva as configurações de conexão como uma nova conexão. Quando 
você importa seus dados, a consulta que você já especificou aparece como uma nova conexão. As 
conexões salvas armazenam informações sobre os grupos de trabalho do Athena e os buckets do 
Amazon S3 que você está usando. Ao se conectar novamente à fonte de dados, você pode escolher 
a conexão salva.

Como gerenciar os resultados da consulta

O Data Wrangler oferece suporte ao uso de grupos de trabalho do Athena para gerenciar os 
resultados da consulta em uma conta AWS. Você pode especificar um local de saída do Amazon 
S3 para cada grupo de trabalho. Você também pode especificar se a saída da consulta pode ser 
direcionada para diferentes locais no Amazon S3. Para obter mais informações, consulte Como usar 
os grupos de trabalho para controlar o acesso a consultas e custos.

Seu grupo de trabalho pode estar configurado para impor o local de saída da consulta do Amazon 
S3. Você não pode alterar a localização de saída dos resultados da consulta para esses grupos de 
trabalho.

Se você não usa um grupo de trabalho nem especifica um local de saída para suas consultas, o 
Data Wrangler usa o bucket padrão do Amazon S3 na mesma AWS região em que sua instância 
do Studio Classic está localizada para armazenar os resultados da consulta do Athena. Ele cria 
tabelas temporárias neste banco de dados para transferir a saída da consulta para este bucket do 
Amazon S3. Ele exclui essas tabelas após a importação dos dados; no entanto, o banco de dados,
sagemaker_data_wrangler, persiste. Para saber mais, consulte Armazenamento de dados 
importados.

Para usar grupos de trabalho no Athena, configure a política do IAM que concede acesso aos grupos 
de trabalho. Se você estiver usando um SageMaker-Execution-Role, recomendamos adicionar 
a política à função. Para obter mais informações sobre as políticas do IAM para grupos de trabalho, 
consulte Políticas do IAM para acessar grupos de trabalho. Por exemplo, para políticas do grupo de 
trabalho, consulte Políticas de exemplo do grupo de trabalho.

Definir os períodos de retenção de dados

O Data Wrangler define automaticamente um período de retenção de dados para os resultados 
da consulta. Os resultados são excluídos após o término do período de retenção. Por exemplo, o 
período de retenção padrão é de cinco dias. Os resultados da consulta são excluídos após cinco 
dias. Essa configuração é projetada para ajudar na limpeza de dados que você não está mais 
utilizando. Limpar seus dados impede que usuários não autorizados tenham acesso. Também ajuda 
a controlar os custos de armazenamento de seus dados no Amazon S3.
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Se você não definir um período de retenção, a configuração do duração do Amazon S3 determinará 
a duração em que os objetos serão armazenados. A política de retenção de dados que você 
especificou para a configuração de duração remove quaisquer resultados de consulta que sejam 
mais antigos do que a configuração de duração que você especificou. Para obter mais informações, 
consulte Definir configuração da duração de um bucket.

O Data Wrangler usa as configurações de duração do Amazon S3 para gerenciar a expiração e 
retenção de dados. Você deve conceder à sua função de execução do Amazon SageMaker Studio 
Classic IAM permissões para gerenciar as configurações do ciclo de vida do bucket. Use o seguinte 
procedimento para conceder permissões.

Para conceder permissões para gerenciar a configuração de duração, siga os seguintes passos.

1. Faça login no AWS Management Console e abra o console do IAM em https:// 
console.aws.amazon.com/iam/.

2. Escolha Funções.

3. Na barra de pesquisa, especifique a função de SageMaker execução da Amazon que o Amazon 
SageMaker Studio Classic está usando.

4. Selecione o perfil de .

5. Escolha Add permissions (Adicionar permissões).

6. Escolha Criar política em linha.

7. Para Serviço, especifique Secrets Manager e escolha-o.

8. Na seção Ler, escolha GetLifecycleConfiguration.

9. Na seção Escrever, escolha PutLifecycleConfiguration.

10. Em Recursos, selecione Específico.

11. Em Ações, selecione o ícone de seta ao lado de Gerenciamento de permissões.

12. Escolha PutResourcePolicy.

13. Em Recursos, selecione Específico.

14. Escolha a caixa de seleção ao lado de Qualquer nesta conta.

15. Escolha Revisar política.

16. Em Nome, especifique um nome.

17. Escolha Criar política.
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Importar dados do Amazon Redshift

O Amazon Redshift é um serviço de data warehouse totalmente gerenciado e em escala de 
petabytes na nuvem do . A primeira etapa para criar um data warehouse é executar um conjunto 
de nós, chamado cluster do Amazon Redshift. Depois de provisionar seu cluster, você pode fazer o 
upload do seu conjunto de dados e, em seguida, realizar consultas de análise de dados.

Você pode se conectar e consultar um ou mais clusters do Amazon Redshift no Data Wrangler. Para 
usar essa opção de importação, você deve criar pelo menos um cluster no Amazon Redshift. Para 
saber como, consulte Conceitos básicos do Amazon Redshift.

Você pode gerar os resultados da sua consulta do Amazon Redshift em um dos seguintes locais:

• O bucket padrão do Amazon S3

• Um local de saída do Amazon S3 que você especifica

Você pode importar o conjunto de dados inteiro ou fazer uma amostra de uma parte dele. Para o 
Amazon Redshift, ele fornece as seguintes opções de amostragem:

• Nenhum — Importar todo o conjunto de dados.

• Primeiro K — Fazer uma amostra das primeiras K linhas do conjunto de dados, em que K é um 
número inteiro que você especifica.

• Aleatório - obtém uma amostra aleatória de um tamanho especificado por você.

• Estratificado - obtém uma amostra aleatória estratificada. Uma amostra estratificada preserva 
proporção de valores em uma coluna.

O bucket padrão do Amazon S3 está na mesma AWS região em que sua instância do Studio Classic 
está localizada para armazenar os resultados da consulta do Amazon Redshift. Para ter mais 
informações, consulte Armazenamento de dados importados.

Para o bucket padrão do Amazon S3 ou para o bucket que você especificar, você tem as seguintes 
opções de criptografia:

• A criptografia padrão do lado do serviço AWS com uma chave gerenciada pelo Amazon S3 (SSE-
S3).

• Uma chave AWS Key Management Service (AWS KMS) que você especifica
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Uma chave AWS KMS é uma chave de criptografia que você cria e gerencia. Para obter mais 
informações sobre as chaves do KMS, consulte AWS Key Management Service.

Você pode especificar uma chave AWS KMS usando o ARN da chave ou o ARN da sua conta AWS.

Se você usar a política gerenciada do IAM,AmazonSageMakerFullAccess, para conceder 
permissão a um papel para usar o Data Wrangler no Studio Classic, o nome de usuário do banco de 
dados deverá ter o prefixo. sagemaker_access

Utilize os procedimentos a seguir para aprender como adicionar um novo cluster.

Note

O Data Wrangler usa a API de dados do Amazon Redshift com credenciais temporárias. Para 
saber mais sobre essa API, consulte Como usar a API de dados do Amazon Redshift no 
Guia de gerenciamento do Amazon Redshift.

Como se conectar a um cluster do Amazon Redshift

1. Faça login no Amazon SageMaker Console.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Escolha o ícone Início.

6. Escolha Dados.

7. Escolha Data Wrangler.

8. Escolha Importar dados.

9. Em Disponível, escolha Amazon Athena.

10. Escolha Amazon Redshift.

11. Escolha Credenciais temporárias (IAM) para Tipo.

12. Insira um Nome de conexão. Isso é um nome usado pelo Data Wrangler para identificar esta 
conexão.

13. Insira o Identificador de cluster para especificar a qual cluster você deseja se conectar. 
Observação: insira somente o identificador do cluster e não o endpoint completo do cluster do 
Amazon Redshift.
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14. Insira o Nome do banco de dados do banco de dados ao qual deseja se conectar.

15. Insira um Usuário do banco de dados para identificar o usuário que você deseja usar para se 
conectar ao banco de dados.

16. Para a DESCARREGAR perfil do IAM, insira o ARN do perfil do IAM da função que o cluster 
do Amazon Redshift deve assumir para mover e gravar dados no Amazon S3. Para obter mais 
informações sobre este papel, consulte a seção Autorizando o Amazon Redshift a acessar 
outros serviços AWS em seu nome no Guia de Gerenciamento do Amazon Redshift.

17. Selecione Conectar.

18. (Opcional) Para o local de saída do Amazon S3, especifique o URI do S3 para armazenar os 
resultados da consulta.

19. (Opcional) Para ID da chave KMS, especifique o ARN da chave ou AWS KMS alias. A imagem a 
seguir mostra onde você pode encontrar qualquer chave no AWS Management Console.

A imagem a seguir mostra todos os campos do procedimento anterior.

Importar 2176

https://docs.aws.amazon.com/redshift/latest/mgmt/authorizing-redshift-service.html
https://docs.aws.amazon.com/redshift/latest/mgmt/authorizing-redshift-service.html


Amazon SageMaker Guia do Desenvolvedor

Depois que sua conexão for estabelecida com sucesso, ela aparecerá como uma fonte de dados em
Importação de dados. Selecione essa fonte de dados para consultar seu banco de dados e importar 
dados.
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Para consultar e importar dados do Amazon Redshift:

1. Selecione a conexão que você deseja consultar nas Fontes de dados.

2. Selecione um Esquema. Para saber mais sobre esquemas do Amazon Redshift, consulte
Esquemas no Guia do desenvolvedor de banco de dados do Amazon Redshift.

3. (Opcional) Em Configuração avançada, especifique o método de Amostragem que você gostaria 
de usar.

4. Digite sua consulta no editor de consultas e escolha Executar para executar a consulta. Após 
uma consulta bem-sucedida, você pode visualizar seu resultado abaixo do editor.

5. Selecione Importar conjunto de dados para importar o conjunto de dados que foi consultado.

6. Insira um nome de conjunto de dados. Se você adicionar um Nome de conjunto de dados que 
contém espaços, esses espaços serão substituídos por underscores quando o conjunto de 
dados for importado.

7. Escolha Adicionar.

Para editar um conjunto de dados, siga os seguintes passos.

1. Navegue até o fluxo do Data Wrangler.

2. Escolha o + ao lado de Fonte - Amostragem.

3. Alterar os dados que você está importando.

4. Escolha Aplicar

Importar dados do Amazon EMR

Você pode usar o Amazon EMR como fonte de dados para seu fluxo do Amazon SageMaker 
Data Wrangler. O Amazon EMR é uma plataforma de cluster gerenciada que você pode usar para 
processar e analisar grandes quantidades de dados. Para obter mais informações sobre o Amazon 
EMR, consulte O que é o Amazon EMR?. Para importar um conjunto de dados do EMR, você se 
conecta a ele e o consulta.

Important

É necessário cumprir os seguintes pré-requisitos para se conectar a um cluster do Amazon 
EMR:
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Pré-requisitos

• Configurações de rede

• Você tem uma Amazon VPC na região que está usando para iniciar o Amazon 
SageMaker Studio Classic e o Amazon EMR.

• Tanto o Amazon EMR quanto o Amazon SageMaker Studio Classic devem ser lançados 
em sub-redes privadas. Podem estar na mesma sub-rede ou em sub-redes diferentes.

• O Amazon SageMaker Studio Classic deve estar no modo somente VPC.

Para obter mais informações sobre como criar uma VPC, consulte Criar uma VPC.

Para obter mais informações sobre a criação de uma VPC, consulte Connect SageMaker 
Studio Classic Notebooks em uma VPC a recursos externos.

• Os clusters do Amazon EMR que você está executando devem estar na mesma Amazon 
VPC.

• Os clusters do Amazon EMR e o Amazon VPC devem estar na mesma conta AWS.

• Seus clusters do Amazon EMR estão executando o Hive ou o Presto.

• Os clusters do Hive devem permitir o tráfego de entrada dos grupos de segurança do 
Studio Classic na porta 10000.

• Os clusters do Presto devem permitir tráfego de entrada dos grupos de segurança do 
Studio Classic na porta 8889.

Note

O número da porta é diferente para clusters do Amazon EMR que usam 
funções do IAM. Navegue até o final da seção de pré-requisitos para obter 
mais informações.

• SageMaker Estúdio clássico

• O Amazon SageMaker Studio Classic deve executar o Jupyter Lab versão 3. Para obter 
informações sobre como atualizar a versão do Jupyter Lab, consulte Visualize e atualize 
a JupyterLab versão de um aplicativo a partir do console.

• O Amazon SageMaker Studio Classic tem uma função do IAM que controla o acesso 
do usuário. A função padrão do IAM que você está usando para executar o Amazon 
SageMaker Studio Classic não tem políticas que possam lhe dar acesso aos clusters do 
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Amazon EMR. É necessário anexar a política que concede permissões ao perfil do IAM. 
Para ter mais informações, consulte Configurar a capacidade de descoberta dos clusters 
do Amazon EMR (para administradores).

• O perfil do IAM também deve ter a seguinte política anexada
secretsmanager:PutResourcePolicy.

• Se você estiver usando um domínio do Studio Classic que você já criou, verifique se ele
AppNetworkAccessType está no modo somente para VPC. Para obter informações 
sobre como atualizar um domínio para usar o modo somente VPC, consulte Desligue e 
atualize o SageMaker Studio Classic.

• Clusters do Amazon EMR

• Você deve ter o Hive ou o Presto instalados em seu cluster.

• A versão do Amazon EMR deve ser da versão 5.5.0 ou posterior.

Note

O Amazon EMR oferece suporte à terminação automática. A terminação 
automática impede a execução de clusters ociosos e evita que você incorra em 
custos. A seguir estão as versões que suportam a terminação automática:

• Para versões 6.x, versão 6.1.0 ou posterior.

• Para versões 5.x, versão 5.30.0 ou posterior.

• Clusters do Amazon EMR usando funções de runtime do IAM

• Use as páginas a seguir para configurar perfis de runtime do IAM para o cluster do 
Amazon EMR. É necessário habilitar a criptografia em trânsito ao usar funções de 
runtime:

• Pré-requisitos para iniciar um cluster do Amazon EMR com um perfil de runtime

• Iniciar um cluster do Amazon EMR com controle de acesso baseado em funções

• Você deve usar o Lake Formation como uma ferramenta de governança para os dados 
em seus bancos de dados. Você também deve usar a filtragem de dados externa para 
controle de acesso.

• Para obter mais informações sobre o Lake Formation, consulte O que é AWS Lake 
Formation.

• Para obter mais informações sobre a integração do Lake Formation ao Amazon EMR, 
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• A versão do seu cluster deve ser 6.9.0 ou posterior.

• Acesso ao AWS Secrets Manager. Para obter mais informações sobre o Secrets 
Manager, consulte O que é o AWS Secrets Manager?

• Os clusters do Hive devem permitir o tráfego de entrada dos grupos de segurança do 
Studio Classic na porta 10000.

A Amazon VPC é uma rede virtual logicamente isolada de outras redes virtuais na nuvem AWS. O 
Amazon SageMaker Studio Classic e seu cluster do Amazon EMR só existem dentro da Amazon 
VPC.

Use o procedimento a seguir para iniciar o Amazon SageMaker Studio Classic em uma Amazon 
VPC.

Para iniciar o Studio Classic em uma VPC, faça o seguinte.

1. Navegue até o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. Escolha Launch SageMaker Studio Classic.

3. Escolha Configuração padrão.

4. Em Função de execução padrão, escolha a função do IAM para configurar o Studio Classic.

5. Escolha a VPC em que você lançou os clusters do Amazon EMR.

6. Em Sub-rede, escolha a sub-rede privada.

7. Para Grupos de segurança, especifique os grupos de segurança que você está usando para 
controlar entre sua VPC.

8. Escolha Somente VPC.

9. (Opcional) AWS usa uma chave de criptografia padrão. Você também pode especificar outra 
chave AWS Key Management Service para criptografar os dados.

10. Escolha Próximo.

11. Em Configurações do Studio, selecione as configurações mais adequadas para suas 
necessidades.

12. Escolha Avançar para pular as configurações do SageMaker Canvas.

13. Escolha Avançar para ignorar as configurações do RStudio.
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Se você não tiver um cluster do Amazon EMR pronto, você pode seguir o procedimento abaixo para 
criar um. Para obter mais informações sobre o Amazon EMR, consulte O que é o Amazon EMR?.

Para criar um cluster, siga os seguintes passos.

1. Navegue até o AWS Management Console.

2. Na barra de pesquisa, especifique Amazon EMR.

3. Selecione Criar cluster.

4. Em Nome do cluster, especifique o nome do seu cluster.

5. Em Lançar, selecione a versão de lançamento do cluster.

Note

O Amazon EMR oferece suporte à terminação automática para as seguintes versões:

• Para versões 6.x, versão 6.1.0 ou posterior.

• Para versões 5.x, versão 5.30.0 ou posterior.

A terminação automática impede a execução de clusters ociosos e evita que você 
incorra em custos.

6. (Opcional) Para Aplicativos, escolha Presto.

7. Escolha o aplicativo que você está executando no cluster.

8. Em Redes, para Configuração de hardware, especifique as configurações de hardware.

Important

Em Rede, escolha a VPC que está executando o Amazon SageMaker Studio Classic e 
escolha uma sub-rede privada.

9. Em Segurança e acesso, especifique as configurações de segurança.

10. Escolha Criar.

Para ver um tutorial sobre a criação de um cluster do Amazon EMR, consulte Conceitos básicos 
do Amazon EMR. Para obter informações sobre as melhores práticas para configurar um cluster, 
consulte Considerações e melhores práticas.
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Note

Para melhores práticas de segurança, o Data Wrangler só pode se conectar a VPCs em sub-
redes privadas. Você não pode se conectar ao nó principal, a menos que use AWS Systems 
Manager para suas instâncias do Amazon EMR. Para obter mais informações, consulte
Protegendo o acesso aos clusters do EMR usando AWS Systems Manager.

Atualmente, você pode usar os seguintes métodos para acessar um cluster do Amazon EMR:

• Sem autenticação

• Lightweight Directory Access Protocol (LDAP)

• IAM (função de runtime)

Não usar a autenticação ou usar o LDAP pode exigir que você crie vários clusters e perfis de 
instância do Amazon EC2. Se você for um administrador, talvez seja necessário fornecer a grupos 
de usuários diferentes níveis de acesso aos dados. Esses métodos podem resultar em sobrecarga 
administrativa que dificulta o gerenciamento de seus usuários.

Recomendamos usar uma função de runtime do IAM que ofereça a vários usuários a capacidade 
de se conectar ao mesmo cluster do Amazon EMR. Uma função de tempo de execução é um perfil 
do IAM que você pode atribuir a um usuário que está se conectando a um cluster do Amazon EMR. 
Você pode configurar o perfil do IAM em runtime para ter permissões específicas para cada grupo de 
usuários.

Use as seções a seguir para criar um cluster Presto ou Hive Amazon EMR com o LDAP ativado.

Presto

Important

Para usar AWS Glue como metastore para tabelas do Presto, selecione Usar para
metadados da tabela Presto para armazenar os resultados de suas consultas do Amazon 
EMR em um AWS Glue catálogo de dados ao iniciar um cluster do EMR. Armazenar os 
resultados da consulta em um catálogo de dados AWS Glue pode evitar que você incorra 
em cobranças.
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Para consultar grandes conjuntos de dados em clusters do Amazon EMR, você deve 
adicionar as seguintes propriedades ao arquivo de configuração do Presto em seus 
clusters do Amazon EMR:

[{"classification":"presto-config","properties":{
"http-server.max-request-header-size":"5MB",
"http-server.max-response-header-size":"5MB"}}]                 
             

Também é possível modificar as definições de configuração ao executar o cluster do 
Amazon EMR.
O arquivo de configuração do seu cluster Amazon EMR está localizado no seguinte 
caminho: /etc/presto/conf/config.properties.

Use o procedimento a seguir para criar um cluster do Presto com o LDAP ativado.

Para criar um cluster, siga os seguintes passos.

1. Navegue até o AWS Management Console.

2. Na barra de pesquisa, especifique Amazon EMR.

3. Selecione Criar cluster.

4. Em Nome do cluster, especifique o nome do seu cluster.

5. Em Lançar, selecione a versão de lançamento do cluster.

Note

O Amazon EMR oferece suporte à terminação automática para as seguintes versões:

• Para versões 6.x, versão 6.1.0 ou posterior.

• Para versões 5.x, versão 5.30.0 ou posterior.

A terminação automático impede a execução de clusters ociosos e evita que você 
incorra em custos.

6. Escolha o aplicativo que você está executando no cluster.
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7. Em Redes, para Configuração de hardware, especifique as configurações de hardware.

Important

Em Rede, escolha a VPC que está executando o Amazon SageMaker Studio Classic 
e escolha uma sub-rede privada.

8. Em Segurança e acesso, especifique as configurações de segurança.

9. Escolha Criar.

Hive

Important

Para usar AWS Glue como metastore para tabelas do Hive, selecione Usar para
metadados da tabela do Hive para armazenar os resultados de suas consultas do 
Amazon EMR em um AWS Glue catálogo de dados ao iniciar um cluster do EMR. 
Armazenar os resultados da consulta em um catálogo de dados AWS Glue pode evitar 
que você incorra em cobranças.
Para poder consultar grandes conjuntos de dados em clusters do Amazon EMR, adicione 
as seguintes propriedades ao arquivo de configuração do Hive em seus clusters do 
Amazon EMR:

[{"classification":"hive-site", "properties"
:{"hive.resultset.use.unique.column.names":"false"}}]             
             

Também é possível modificar as definições de configuração ao executar o cluster do 
Amazon EMR.
O arquivo de configuração do seu cluster Amazon EMR está localizado no seguinte 
caminho: /etc/hive/conf/hive-site.xml. Você pode especificar a seguinte 
propriedade e reiniciar o cluster:

<property> 
    <name>hive.resultset.use.unique.column.names</name> 
    <value>false</value>
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</property> 
                        

Use o procedimento a seguir para criar um cluster do Hive com o LDAP ativado.

Para criar um cluster do Hive com o LDAP ativado, siga os seguintes passos.

1. Navegue até o AWS Management Console.

2. Na barra de pesquisa, especifique Amazon EMR.

3. Selecione Criar cluster.

4. Escolha Go to advanced options (Ir para opções avançadas).

5. Para Lançar, selecione uma versão de lançamento do Amazon EMR.

6. A opção de configuração do Hive é selecionada por padrão. Certifique-se de que a opção
Hive tenha uma caixa de seleção ao lado dela.

7. (Opcional) Você também pode selecionar o Presto como uma opção de configuração para 
ativar o Hive e o Presto em seu cluster.

8. (Opcional) Selecione Usar para metadados da tabela Hive para armazenar os resultados 
de suas consultas do Amazon EMR em um catálogo de dados. AWS Glue Armazenar 
os resultados da consulta em um AWS Glue catálogo pode evitar que você incorra em 
cobranças. Para obter mais informações, consulte Como usar o Catálogo de dados AWS 
Glue como a metastore para o Hive.

Note

Armazenar os resultados da consulta em um catálogo de dados requer a versão 
5.8.0 ou posterior do Amazon EMR.

9. Em Inserir configuração, especifique o seguinte JSON:

[ 
  { 
    "classification": "hive-site", 
    "properties": { 
      "hive.server2.authentication.ldap.baseDN": "dc=example,dc=org", 
      "hive.server2.authentication": "LDAP", 
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      "hive.server2.authentication.ldap.url": "ldap://ldap-server-dns-name:389" 
    } 
  }
]

Note

Como prática recomendada de segurança, recomendamos habilitar o SSL 
HiveServer adicionando algumas propriedades no JSON anterior do hive-site. Para 
obter mais informações, consulte Habilitar SSL em HiveServer 2.

10. Especifique as configurações restantes do cluster e crie um cluster.

Use as seções a seguir para usar a autenticação LDAP para clusters do Amazon EMR que você já 
criou.

LDAP for Presto

Usar o LDAP em um cluster executando o Presto requer acesso ao coordenador do Presto por 
meio do HTTPS. Faça o seguinte para fornecer acesso:

• Ative o acesso na porta 636

• Ativar SSL para o coordenador do Presto

Use o modelo a seguir para configurar o Presto:

- Classification: presto-config 
     ConfigurationProperties: 
        http-server.authentication.type: 'PASSWORD' 
        http-server.https.enabled: 'true' 
        http-server.https.port: '8889' 
        http-server.http.port: '8899' 
        node-scheduler.include-coordinator: 'true' 
        http-server.https.keystore.path: '/path/to/keystore/path/for/presto' 
        http-server.https.keystore.key: 'keystore-key-password'
        discovery.uri: 'http://master-node-dns-name:8899'
- Classification: presto-password-authenticator 
     ConfigurationProperties: 
        password-authenticator.name: 'ldap' 
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        ldap.url: !Sub 'ldaps://ldap-server-dns-name:636' 
        ldap.user-bind-pattern: "uid=${USER},dc=example,dc=org" 
        internal-communication.authentication.ldap.user: "ldap-user-name"
        internal-communication.authentication.ldap.password: "ldap-password"        
               
                    

Para obter informações sobre configuração do LDAP no Presto, consulte os seguintes recursos:

• Autenticação LDAP

• Usar autenticação LDAP para o Presto no Amazon EMR

Note

Como prática recomendada de segurança, recomendamos habilitar o SSL para o Presto. 
Para obter mais informações, consulte Comunicação interna segura.

LDAP for Hive

Para usar o LDAP for Hive em um cluster que você criou, use o procedimento a seguir:
Reconfigure um grupo de instâncias no console.

Você está especificando o nome do cluster ao qual está se conectando.

[ 
  { 
    "classification": "hive-site", 
    "properties": { 
      "hive.server2.authentication.ldap.baseDN": "dc=example,dc=org", 
      "hive.server2.authentication": "LDAP", 
      "hive.server2.authentication.ldap.url": "ldap://ldap-server-dns-name:389" 
    } 
  }
]                        
                     

Use o procedimento a seguir para importar dados de um cluster.
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Para importar dados de um cluster, siga os seguintes passos.

1. Abra um fluxo do Data Wrangler.

2. Selecione Create Connection (Criar conexão).

3. Escolha Amazon EMR.

4. Faça uma das coisas a seguir.

• (Opcional) Para Secrets ARN, especifique o Amazon Resource Number (ARN) do banco 
de dados dentro do cluster. Os segredos fornecem segurança adicional. Para obter mais 
informações sobre segredos, consulte O que é o AWS Secrets Manager? Para obter 
informações sobre como criar um segredo para seu cluster, consulte Como criar um 
segredo AWS Secrets Manager para o seu cluster..

Important

Você deve especificar um segredo se estiver usando uma função de runtime do IAM 
para autenticação.

• Na tabela suspensa, escolha um cluster.

5. Escolha Próximo.

6. Em Selecionar um endpoint para example-cluster-namecluster, escolha um mecanismo de 
consulta.

7. (Opcional) Selecione Salvar conexão.

8. Escolha Avançar, selecione login e escolha uma das seguintes regras:

• Sem autenticação

• LDAP

• IAM

9. Em Login no example-cluster-namecluster, especifique o nome de usuário e a senha do 
cluster.

10. Selecione Conectar.

11. No editor de consultas, especifique uma consulta SQL.

12. Escolha Executar.

13. Escolha Importar.
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Como criar um segredo AWS Secrets Manager para o seu cluster.

Se estiver usando uma função de runtime do IAM para acessar seu cluster Amazon EMR, você 
deve armazenar as credenciais que está usando para acessar o Amazon EMR como um segredo 
no Secrets Manager. Você armazena todas as credenciais que usa para acessar o cluster dentro do 
segredo.

Você deve armazenar as seguintes informações em segredo:

• Endpoint JDBC — jdbc:hive2://

• Nome do DNS: o nome DNS do seu cluster do Amazon EMR. É o endpoint do nó primário ou o 
nome do host.

• Porta - 8446

Você também pode armazenar as seguintes informações adicionais dentro do segredo:

• Perfil do IAM — O perfil do IAM que você está usando para acessar o cluster. O Data Wrangler 
usa sua função de SageMaker execução por padrão.

• Caminho do armazenamento confiável — Por padrão, o Data Wrangler cria um caminho 
do armazenamento confiável para você. Também é possível usar seu próprio caminho de 
armazenamento de confiança. Para obter mais informações sobre caminhos de armazenamento 
confiável, consulte Criptografia em trânsito em 2. HiveServer

• Senha do Truststore — Por padrão, o Data Wrangler cria uma senha do Truststore para você. 
Também é possível usar seu próprio caminho de armazenamento de confiança. Para obter mais 
informações sobre caminhos de armazenamento confiável, consulte Criptografia em trânsito em 2. 
HiveServer

Use o procedimento a seguir para armazenar as credenciais em um segredo do Secrets Manager.

Para armazenar suas credenciais como um segredo, siga os seguintes passos.

1. Navegue até o AWS Management Console.

2. Na barra de pesquisa, especifique Secrets Manager.

3. Selecione AWS Secrets Manager.

4. Selecione Armazenar um novo segredo.

5. Em Secret type (Tipo de segredo), escolha Other type of secret (Outro tipo de segredo).
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6. Em pares de chave/valor, selecione Texto sem formatação.

7. Para clusters que executam o Hive, você pode usar o modelo a seguir para autenticação do 
IAM.

{"jdbcURL": "" 
 "iam_auth": {"endpoint": "jdbc:hive2://", #required 
                "dns": "ip-xx-x-xxx-xxx.ec2.internal", #required  
                "port": "10000", #required 
              "cluster_id": "j-xxxxxxxxx", #required 
              "iam_role": "arn:aws:iam::xxxxxxxx:role/xxxxxxxxxxxx", #optional 
              "truststore_path": "/etc/alternatives/jre/lib/security/cacerts", 
 #optional 
              "truststore_password": "changeit" #optional 
               
              }}                                
                             

Note

Depois de importar seus dados, você aplica transformações a eles. Em seguida, você 
exporta os dados que transformou para um local específico. Se você estiver utilizando 
um caderno Jupyter para exportar seus dados transformados para o Amazon S3, é 
necessário usar o caminho do truststore especificado no exemplo anterior.

Um segredo do Secrets Manager armazena a URL do JDBC do cluster Amazon EMR como um 
segredo. Usar um segredo é mais seguro do que inserir diretamente suas credenciais.

Use o procedimento a seguir para armazenar o URL do JDBC como um segredo.

Para armazenar o URL do JDBC como um segredo, siga os seguintes passos.

1. Navegue até o AWS Management Console.

2. Na barra de pesquisa, especifique Secrets Manager.

3. Selecione AWS Secrets Manager.

4. Selecione Armazenar um novo segredo.

5. Em Secret type (Tipo de segredo), escolha Other type of secret (Outro tipo de segredo).
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6. Para pares de chave/valor, especifique jdbcURL como chave e uma URL JDBC válida como 
valor.

O formato de um URL JDBC válido depende do uso da autenticação e do uso do Hive ou do 
Presto como mecanismo de consulta. A lista a seguir mostra os formatos de URL JBDC válidos 
para as diferentes configurações possíveis.

• Hive, sem autenticação - jdbc:hive2://emr-cluster-master-public-dns:10000/;

• Hive, autenticação LDAP – jdbc:hive2://emr-cluster-master-public-dns-
name:10000/;AuthMech=3;UID=david;PWD=welcome123;

• Para o Hive com SSL ativado, o formato de URL do JDBC depende se você usa um arquivo 
Java Keystore para a configuração do TLS. O Java Keystore File ajuda a verificar a identidade 
do nó principal do cluster Amazon EMR. Para usar um arquivo Java Keystore, gere-o em 
um cluster do EMR e carregue-o no Data Wrangler. Para gerar um arquivo, use o seguinte 
comando no cluster do Amazon EMR,. keytool -genkey -alias hive -keyalg RSA 
-keysize 1024 -keystore hive.jks Para obter informações sobre a execução de 
comandos em um cluster do Amazon EMR, consulte Protegendo o acesso aos clusters do 
EMR usando. AWS Systems Manager Para carregar um arquivo, escolha a seta para cima na 
navegação à esquerda da interface do usuário do Data Wrangler.

A seguir estão os formatos de URL JDBC válidos para o Hive com SSL ativado:

• Sem um arquivo Java Keystore — jdbc:hive2://emr-cluster-
master-public-dns:10000/;AuthMech=3;UID=user-
name;PWD=password;SSL=1;AllowSelfSignedCerts=1;

• Com um arquivo Java Keystore — jdbc:hive2://emr-cluster-
master-public-dns:10000/;AuthMech=3;UID=user-
name;PWD=password;SSL=1;SSLKeyStore=/home/sagemaker-user/data/Java-
keystore-file-name;SSLKeyStorePwd=Java-keystore-file-passsword;

• Pronto, sem autenticação — jdbc:presto://-dns:8889/; emr-cluster-
master-public

• Para o Presto com autenticação LDAP e SSL habilitado, o formato da URL JDBC depende 
se você está utilizando um arquivo Java Keystore para a configuração do TLS. O Java 
Keystore File ajuda a verificar a identidade do nó principal do cluster Amazon EMR. Para usar 
um arquivo Java Keystore, gere-o em um cluster do EMR e carregue-o no Data Wrangler. 
Para carregar um arquivo, escolha a seta para cima na navegação à esquerda da interface 
do usuário do Data Wrangler. Para obter informações sobre como criar um arquivo de 
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armazenamento de chaves Java para o Presto, consulte Arquivo de armazenamento de 
chaves Java para TLS. Para obter informações sobre a execução de comandos em um cluster 
do Amazon EMR, consulte Protegendo o acesso aos clusters do EMR usando. AWS Systems 
Manager

• Sem um arquivo Java Keystore — jdbc:presto://emr-cluster-master-public-
dns:8889/;SSL=1;AuthenticationType=LDAP Authentication;UID=user-
name;PWD=password;AllowSelfSignedServerCert=1;AllowHostNameCNMismatch=1;

• Com um arquivo Java Keystore — jdbc:presto://emr-cluster-
master-public-dns:8889/;SSL=1;AuthenticationType=LDAP 
Authentication;SSLTrustStorePath=/home/sagemaker-user/data/Java-
keystore-file-name;SSLTrustStorePwd=Java-keystore-file-
passsword;UID=user-name;PWD=password;

Durante o processo de importação de dados de um cluster do Amazon EMR, você pode ter 
problemas. Para obter informações sobre resolução de problemas, consulte Solucionar problemas 
com o Amazon EMR.

Importar dados do Databricks (JDBC)

Você pode usar o Databricks como fonte de dados para seu fluxo do Amazon SageMaker Data 
Wrangler. Para importar um conjunto de dados do Databricks, utilize a funcionalidade de importação 
JDBC (Java Database Connectivity) para acessar o seu banco de dados Databricks. Depois de 
acessar o banco de dados, especifique uma consulta SQL para obter os dados e importá-los.

Presumimos que você tenha um cluster do Databricks em execução e que tenha configurado seu 
driver JDBC para ele. Para mais informações, consulte as seguintes páginas de documentação do 
Databricks:

• Driver JDBC

• Parâmetros de configuração e conexão do JDBC

• Parâmetros de autenticação

O Data Wrangler armazena sua URL do JDBC em AWS Secrets Manager. Você deve dar à sua 
função de execução do Amazon SageMaker Studio Classic IAM permissões para usar o Secrets 
Manager. Use o seguinte procedimento para conceder permissões.

Para conceder permissões ao Secrets Manager, siga os seguintes passos.
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1. Faça login no AWS Management Console e abra o console do IAM em https:// 
console.aws.amazon.com/iam/.

2. Escolha Funções.

3. Na barra de pesquisa, especifique a função de SageMaker execução da Amazon que o Amazon 
SageMaker Studio Classic está usando.

4. Selecione o perfil de .

5. Escolha Add permissions (Adicionar permissões).

6. Escolha Criar política em linha.

7. Para Serviço, especifique Secrets Manager e escolha-o.

8. Em Ações, selecione o ícone de seta ao lado de Gerenciamento de permissões.

9. Escolha PutResourcePolicy.

10. Em Recursos, selecione Específico.

11. Escolha a caixa de seleção ao lado de Qualquer nesta conta.

12. Escolha Revisar política.

13. Em Nome, especifique um nome.

14. Escolha Criar política.

Você pode usar partições para importar seus dados mais rapidamente. As partições dão ao Data 
Wrangler a capacidade de processar os dados em paralelo. Por padrão, o Data Wrangler usa 2 
partições. Para a maioria dos casos de uso, duas partições oferecem velocidades de processamento 
de dados quase ideais.

Se você optar por especificar mais de duas partições, também poderá especificar uma coluna para 
particionar os dados. O tipo dos valores na coluna deve ser numérico ou de data.

Recomendamos usar partições somente se você entender a estrutura dos dados e como eles são 
processados.

Você pode importar o conjunto de dados inteiro ou fazer uma amostra de uma parte dele. Para um 
banco de dados Databricks, ele fornece as seguintes opções de amostragem:

• Nenhum — Importar todo o conjunto de dados.

• Primeiro K — Fazer uma amostra das primeiras K linhas do conjunto de dados, em que K é um 
número inteiro que você especifica.
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• Aleatório - obtém uma amostra aleatória de um tamanho especificado por você.

• Estratificado - obtém uma amostra aleatória estratificada. Uma amostra estratificada preserva 
proporção de valores em uma coluna.

Use o procedimento a seguir para importar seus dados de um banco de dados do Databricks.

Para importar dados do Databricks, siga os seguintes passos.

1. Faça login no Amazon SageMaker Console.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Na guia Importar dados do seu fluxo do Data Wrangler, escolha Databricks.

6. Especifique os seguintes campos:

• Nome do conjunto de dados — Um nome que você deseja usar para o conjunto de dados em 
seu fluxo do Data Wrangler.

• Driver — com.simba.spark.jdbc.Driver.

• URL do JDBC — O URL do banco de dados Databricks. A formatação do URL pode variar 
entre as instâncias do Databricks. Para obter informações sobre como encontrar a URL 
e especificar os parâmetros dentro dela, consulte Parâmetros de configuração e conexão 
do JDBC. Veja a seguir um exemplo de como um URL pode ser formatado: 
jdbc:spark://aws-sagemaker-datawrangler.cloud.databricks.com:443/
default; transportMode=http; ssl=1; httppath=sql/protocolV1/
o/3122619508517275/0909-200301-cut318; =3; UID= token; PWD=. AuthMech
personal-access-token

Note

Você pode especificar um ARN secreto que contenha a URL do JDBC em vez de 
especificar a própria URL do JDBC. O segredo deve conter um par de valores-chave 
com o seguinte formato: jdbcURL:JDBC-URL. Para obter mais informações, consulte
O que é o Secrets Manager?

7. Especifique uma instrução SQL SELECT.
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Note

O Data Wrangler não oferece suporte a expressões de tabela comuns (CTE) ou tabelas 
temporárias em uma consulta.

8. Para Amostragem, escolha um método de amostragem.

9. Escolha Executar.

10. (Opcional) Para o VISUALIZAÇÃO, escolha a engrenagem para abrir as configurações de 
partição.
A engrenagem para as configurações adicionais está localizada na extremidade direita do título
VISUALIZAÇÃO.

• Especifique o número de partições. Você pode particionar por coluna se especificar o 
número de partições:

• Insira o número de partições — Especifique um valor maior que 2.

• (Opcional) Partição por coluna — Especifique os seguintes campos. Você só pode 
particionar por uma coluna se tiver especificado um valor para Inserir número de 
partições.

• Selecionar coluna — Selecione a coluna que você está usando para a partição de 
dados. O tipo de dados da coluna deve ser numérico ou de data.

• Limite superior — Dos valores na coluna que você especificou, o limite superior é o 
valor que você está usando na partição. O valor que você especifica não altera os 
dados que você está importando. Isso afeta apenas a velocidade da importação. Para 
obter o melhor desempenho, especifique um limite superior próximo do máximo da 
coluna.

• Limite inferior — Dos valores na coluna que você especificou, o limite inferior é o valor 
que você está usando na partição. O valor que você especifica não altera os dados 
que você está importando. Isso afeta apenas a velocidade da importação. Para obter o 
melhor desempenho, especifique um limite inferior próximo ao mínimo da coluna.

11. Escolha Importar.
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Importar dados do Salesforce Data Cloud

Você pode usar o Salesforce Data Cloud como fonte de dados no Amazon Data Wrangler para 
preparar SageMaker os dados em seu Salesforce Data Cloud para aprendizado de máquina.

Com o Salesforce Data Cloud como fonte de dados no Data Wrangler, você pode conectar-se 
rapidamente aos dados do Salesforce sem escrever uma única linha de código. Você pode unir seus 
dados do Salesforce com dados de qualquer outra fonte de dados no Data Wrangler.

Depois de se conectar à nuvem de dados, você pode fazer o seguinte:

• Visualize seus dados com visualizações integradas

• Entenda os dados e identifique possíveis erros e valores extremos

• Dados da transformação com mais de 300 transformações integradas

• Exporte os dados que você transformou

Tópicos

• Configuração do administrador

• Guia do cientista de dados

Configuração do administrador

Important

Antes de começar, certifique-se de que seus usuários estejam executando a versão 1.3.0 ou 
posterior do Amazon SageMaker Studio Classic. Para obter informações sobre como verificar 
a versão do Studio Classic e atualizá-la, consultePrepare dados de ML com o Amazon 
SageMaker Data Wrangler.

Ao configurar o acesso ao Salesforce Data Cloud, você deve concluir as seguintes tarefas:

• Obter seu URL de domínio do Salesforce. O Salesforce também se refere ao URL do domínio 
como o URL da sua organização.

• Obter credenciais OAuth do Salesforce.

• Obter o URL de autorização e o URL do token para seu domínio do Salesforce.
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• Criar um segredo AWS Secrets Manager com a configuração do OAuth.

• Criar uma configuração de duração que o Data Wrangler usa para ler as credenciais do segredo.

• Conceder ao Data Wrangler permissões para ler o segredo.

Depois de realizar as tarefas anteriores, seus usuários podem fazer login na Salesforce Data Cloud 
usando o OAuth.

Note

Seus usuários podem ter problemas depois de configurar tudo. Para obter informações sobre 
resolução de problemas, consulte Solução de problemas com o Salesforce.

Siga o procedimento abaixo para obter o URL do domínio.

1. Navegue até a página de login do Salesforce.

2. Em Busca rápida, especifique Meu domínio.

3. Copie o valor da URL atual do meu domínio em um arquivo de texto.

4. Adicione https:// ao início do URL.

Depois de obter o URL do domínio do Salesforce, você pode usar o procedimento a seguir para 
obter as credenciais de login do Salesforce e permitir que o Data Wrangler acesse seus dados do 
Salesforce.

Para obter as credenciais de login do Salesforce e fornecer acesso ao Data Wrangler, siga os 
seguintes passos.

1. Navegue até o URL do seu domínio do Salesforce e faça login na sua conta.

2. Escolha o ícone de engrenagem.

3. Na barra de pesquisa exibida, especifique Gerenciador de aplicativo.

4. Selecione Novo aplicativo conectado.

5. Especifique os seguintes campos:

• Nome do aplicativo conectado — Você pode especificar qualquer nome, mas recomendamos 
escolher um nome que inclua Data Wrangler. Por exemplo, você pode especificar a integração
do Salesforce Data Cloud Data Wrangler.
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• Nome da API: use o valor padrão.

• E-mail de contato — Especifique seu endereço de e-mail.

• No título da API (Ativar configurações do OAuth), marque a caixa de seleção para ativar as 
configurações do OAuth.

• Para URL de retorno de chamada, especifique a URL do Amazon SageMaker Studio Classic. 
Para obter a URL do Studio Classic, acesse-a a partir do AWS Management Console e copie 
a URL.

6. Em Escopos OAuth selecionados, mova o seguinte dos Escopos OAuth disponíveis para
Escopos OAuth selecionados:

• Gerencie dados do usuário por meio de APIs (api)

• Execute solicitações a qualquer momento (refresh_token, offline_access)

• Execute consultas ANSI SQL em dados do Salesforce Data Cloud (cdp_query_api)

• Gerenciar dados de perfil da Salesforce Customer Data Platform (cdp_profile_api)

7. Escolha Salvar. Depois de salvar suas alterações, o Salesforce abre uma nova página.

8. Escolha Continue

9. Navegue até Chave e segredo do consumidor.

10. Escolha Gerenciar detalhes do consumidor. O Salesforce redireciona você para uma nova 
página na qual talvez você precise passar pela autenticação de dois fatores.

11.
Important

Copie a chave do consumidor e o segredo do consumidor em um editor de texto. Você 
precisa dessas informações para conectar a nuvem de dados ao Data Wrangler.

12. Navegue de volta para Gerenciar aplicativos conectados.

13. Navegue até Nome do aplicativo conectado e o nome do seu aplicativo.

14. Escolha Gerenciar.

a. Selecione Editar políticas.

b. Altere o Relaxamento de IP para relaxar as restrições de IP.

c. Escolha Salvar.

Depois de fornecer acesso à sua Salesforce Data Cloud, você precisa fornecer permissões para 
seus usuários. Siga o procedimento abaixo para fornecer permissões.
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Para fornecer permissões aos seus usuários, siga os seguintes passos.

1. Navegue até a página inicial de configuração.

2. Na navegação à esquerda, pesquise Usuários e escolha o item de menu Usuários.

3. Escolha o hiperlink com seu nome de usuário.

4. Navegue até Atribuições do conjunto de permissões.

5. Escolha Editar exercícios.

6. Adicione as seguintes permissões:

• Administrador da plataforma de dados do cliente

• Especialista em reconhecimento de dados da plataforma de dados do cliente

7. Escolha Salvar.

Depois de obter as informações do seu domínio do Salesforce, você deve obter a URL de 
autorização e a URL do token para o AWS Secrets Manager segredo que está criando.

Use o procedimento a seguir para obter o URL de autorização e o URL do token.

Para obter o URL de autorização e o URL do token

1. Navegue até o URL do seu domínio do Salesforce.

2. Use um dos métodos a seguir para obter os URLs. Se você estiver em uma distribuição Linux 
com curl e jq instalada, recomendamos usar o método que só funciona no Linux.

• (Somente Linux) Especifique o seguinte comando em seu terminal.

curl salesforce-domain-URL/.well-known/openid-configuration | \
jq '. | { authorization_url: .authorization_endpoint, 
 token_url: .token_endpoint }' | \
jq '.  += { identity_provider: "SALESFORCE", client_id: "example-client-id", 
 client_secret: "example-client-secret" }'                              
                             

• a. Navegue até Example-org-URL/.well-known/openid-configuration em seu 
navegador.

b. Copie o authorization_endpoint e token_endpoint para um editor de texto.

c. Crie o seguinte objeto JSON:
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{ 
  "identity_provider": "SALESFORCE", 
  "authorization_url": "example-authorization-endpoint",  
  "token_url": "example-token-endpoint", 
  "client_id": "example-consumer-key", 
  "client_secret": "example-consumer-secret"
} 
                                     

Depois de criar o objeto de configuração do OAuth, você pode criar um AWS Secrets Manager 
segredo que o armazene. Use o procedimento a seguir para criar o segredo.

Para criar um segredo, siga os seguintes passos.

1. Navegue até o console do AWS Secrets Manager.

2. Selecione Armazenar um segredo.

3. Selecione Outro tipo de segredo.

4. Em Pares de chave/valor, selecione Texto simples.

5. Substitua o JSON vazio pelas seguintes configurações.

{ 
  "identity_provider": "SALESFORCE", 
  "authorization_url": "example-authorization-endpoint",  
  "token_url": "example-token-endpoint", 
  "client_id": "example-consumer-key", 
  "client_secret": "example-consumer-secret"
}                     
                     

6. Escolha Próximo.

7. Em Nome secreto, especifique o nome do segredo.

8. Em Abas, escolha Adicionar.

• Para a Chave, especifique sagemaker:partner. Para Value, recomendamos especificar um 
valor que possa ser útil para seu caso de uso. Porém, você não pode especificar qualquer 
coisa.
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Important

Você deve criar a chave. Você não pode importar seus dados do Salesforce se não os 
criar.

9. Escolha Próximo.

10. Escolha Armazenar.

11. Escolha o segredo que você criou.

12. Anote sobre os seguintes campos:

• O Amazon Resource Number (ARN) do segredo.

• O nome do segredo

Depois de criar o segredo, você deverá adicionar permissões para que o Data Wrangler leia o 
segredo. Use o seguinte procedimento para adicionar permissões.

Para adicionar permissões de leitura ao Data Wrangler, siga os seguintes passos.

1. Navegue até o  SageMaker console da Amazon.

2. Escolha Domínios.

3. Escolha o domínio que você está usando para acessar o Data Wrangler.

4. Escolha seu Perfil de usuário.

5. Em Detalhes, encontre a Função de execução. O ARN está no seguinte formato:
arn:aws:iam::111122223333:role/example-role. Anote a função de SageMaker 
execução. Dentro do ARN, é tudo o que vem depois do role/.

6. Navegue até o console do IAM.

7. Na barra de pesquisa do Search IAM, especifique o nome da função de SageMaker execução.

8. Selecione o perfil de .

9. Escolha Add permissions (Adicionar permissões).

10. Escolha Criar política em linha.

11. Selecione a guia JSON.

12. Especifique a política a seguir no editor.
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{ 
 "Version": "2012-10-17", 
 "Statement": [ 
     { 
         "Effect": "Allow", 
         "Action": [ 
             "secretsmanager:GetSecretValue", 
             "secretsmanager:PutSecretValue" 
         ], 
         "Resource": "arn:aws:secretsmanager:*:*:secret:*", 
         "Condition": { 
             "ForAnyValue:StringLike": { 
                 "aws:ResourceTag/sagemaker:partner": "*" 
             } 
         } 
     }, 
     { 
         "Effect": "Allow", 
         "Action": [ 
             "secretsmanager:UpdateSecret" 
         ], 
         "Resource": "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
     } 
 ]
}                         
                     

13. Escolha Revisar política.

14. Em Nome, especifique um nome.

15. Escolha Criar política.

Depois de conceder permissões ao Data Wrangler para ler o segredo, você deve adicionar uma 
configuração de ciclo de vida que usa seu segredo do Secrets Manager ao seu perfil de usuário do 
Amazon SageMaker Studio Classic.

Use o procedimento a seguir para criar uma configuração de ciclo de vida e adicioná-la ao perfil do 
Studio Classic.
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Para criar uma configuração de ciclo de vida e adicioná-la ao perfil do Studio Classic, faça o 
seguinte.

1. Navegue até o  SageMaker console da Amazon.

2. Escolha Domínios.

3. Escolha o domínio que você está usando para acessar o Data Wrangler.

4. Escolha seu Perfil de usuário.

5. Se você ver os seguintes aplicativos, exclua-os:

• KernelGateway

• JupyterKernel

Note

A exclusão dos aplicativos atualiza o Studio Classic. Pode demorar um pouco para que 
as atualizações aconteçam.

6. Enquanto você espera que as atualizações aconteçam, escolha as configurações do duração.

7. Verifique se a página em que você está diz as configurações do ciclo de vida do Studio Classic.

8. Escolha Criar configuração.

9. Certifique-se de que o aplicativo do servidor Jupyter tenha sido selecionado.

10. Escolha Próximo.

11. Em Nome, especifique um nome para a configuração.

12. Para Scripts, especifique o seguinte script:

#!/bin/bash
set -eux

cat > ~/.sfgenie_identity_provider_oauth_config <<EOL
{ 
    "secret_arn": "secrets-arn-containing-salesforce-credentials"
}
EOL 
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13. Selecione Enviar.

14. No painel de navegação à esquerda, escolha Domínios.

15. Escolha o seu domínio.

16. Escolha Ambiente.

17. Em Configurações de ciclo de vida para aplicativos pessoais do Studio Classic, escolha Anexar.

18. Selecione Configuração existente.

19. Em Configurações do ciclo de vida do Studio Classic, selecione a configuração do ciclo de vida 
que você criou.

20. Escolha Anexar ao domínio.

21. Marque a caixa de seleção ao lado da configuração de duração que você anexou.

22. Selecione Definir como padrão.

Você pode encontrar problemas ao configurar sua configuração de ciclo de duração. Para obter 
informações sobre como depurá-los, consulte Configuração de depuração do ciclo de vida.

Guia do cientista de dados

Use o seguinte para conectar o Salesforce Data Cloud e acessar seus dados no Data Wrangler.

Important

Seu administrador precisa usar as informações nas seções anteriores para configurar o 
Salesforce Data Cloud. Se você estiver enfrentando problemas, entre em contato com eles 
para obter ajuda na solução de problemas.

Para abrir o Studio Classic e verificar sua versão, consulte o procedimento a seguir.

1. Use as etapas Pré-requisitos para acessar o Data Wrangler por meio do Amazon SageMaker 
Studio Classic.

2. Ao lado do usuário que você deseja usar para iniciar o Studio Classic, selecione Iniciar 
aplicativo.

3. Escolha Studio.
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Para criar um conjunto de dados no Data Wrangler com dados do Salesforce Data Cloud

1. Faça login no Amazon SageMaker Console.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Escolha o ícone Início.

6. Escolha Dados.

7. Escolha Data Wrangler.

8. Escolha Importar dados.

9. Em Disponível, escolha Salesforce Data Cloud.

10. Em Nome da conexão, especifique um nome para sua conexão com o Salesforce Data Cloud.

11. Para URL da organização, especifique a URL da organização em sua conta do Salesforce. Você 
pode obter o URL dos seus administradores.

12. Selecione Conectar.

13. Especifique suas credenciais para fazer login no Salesforce.

Você pode começar a criar um conjunto de dados usando dados do Salesforce Data Cloud depois de 
se conectar a ele.

Depois de selecionar uma tabela, você pode escrever consultas e executá-las. A saída da sua 
consulta é exibida em Resultados da consulta.

Depois de definir a saída da sua consulta, você poderá importar a saída da sua consulta para um 
fluxo do Data Wrangler para realizar transformações de dados.

Depois de criar um conjunto de dados, navegue até a tela de Fluxo de dados para começar a 
transformar seus dados.

Importar dados do Snowflake

Você pode usar o Snowflake como fonte de dados no Data Wrangler para preparar SageMaker 
dados no Snowflake para aprendizado de máquina.

Com o Snowflake como fonte de dados no Data Wrangler, você pode conectar-se rapidamente ao 
Snowflake sem escrever uma única linha de código. Você pode unir seus dados no Snowflake com 
dados de qualquer outra fonte de dados no Data Wrangler.
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Uma vez conectado, você pode consultar interativamente os dados armazenados no Snowflake, 
transformar dados com mais de 300 transformações de dados pré-configuradas, entender os dados 
e identificar possíveis erros e valores extremos com um conjunto de modelos de visualização 
pré-configurados robustos, identificar rapidamente inconsistências em seu fluxo de trabalho de 
preparação de dados e diagnosticar problemas antes que os modelos sejam implantados na 
produção. Por fim, você pode exportar seu fluxo de trabalho de preparação de dados para o Amazon 
S3 para uso com outros SageMaker recursos, como Amazon SageMaker Autopilot, Amazon 
SageMaker Feature Store e Amazon SageMaker Model Building Pipelines.

Você pode criptografar a saída de suas consultas usando uma AWS Key Management Service chave 
que você criou. Para obter mais informações sobre o AWS KMS, consulte AWS Key Management 
Service.

Tópicos

• Guia do administrador

• Guia do cientista de dados

Guia do administrador

Important

Para saber mais sobre controle de acesso granular e melhores práticas, consulte Controle de 
acesso de segurança.

Esta seção é para administradores do Snowflake que estão configurando o acesso ao Snowflake a 
partir do Data Wrangler. SageMaker

Important

Você é responsável por gerenciar e monitorar o controle de acesso no Snowflake. O Data 
Wrangler não adiciona uma camada de controle de acesso em relação ao Snowflake.
O controle de acesso inclui o seguinte:

• Os dados que um usuário acessa

• (Opcional) A integração de armazenamento que fornece ao Snowflake a capacidade de 
gravar resultados de consulta em um bucket do Amazon S3
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• As consultas que um usuário pode executar

(Opcional) Configurar as permissões de importação de dados do Snowflake

Por padrão, o Data Wrangler consulta os dados no Snowflake sem criar uma cópia deles em um 
local do Amazon S3. Use as informações a seguir se estiver configurando uma integração de 
armazenamento com o Snowflake. Seus usuários podem usar uma integração de armazenamento 
para armazenar os resultados da consulta em um local do Amazon S3.

Seus usuários podem ter diferentes níveis de acesso a dados confidenciais. Para obter segurança de 
dados ideal, forneça a cada usuário sua própria integração de armazenamento. Cada integração de 
armazenamento deve ter a sua própria política de governação de dados.

Esse atributo não está atualmente disponível nas Regiões que optaram por não participar.

O Snowflake requer as seguintes permissões em um bucket e diretório S3 para poder acessar os 
arquivos no diretório:

• s3:GetObject

• s3:GetObjectVersion

• s3:ListBucket

• s3:ListObjects

• s3:GetBucketLocation

Criar uma política do IAM

Você deve criar uma política do IAM para configurar permissões de acesso para o Snowflake 
carregar e descarregar dados de um bucket do Amazon S3.

A seguir está o documento de política JSON que você usa para criar a política:

# Example policy for S3 write access
# This needs to be updated
{
"Version": "2012-10-17",
"Statement": [ 
  { 
    "Effect": "Allow", 
    "Action": [ 
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        "s3:PutObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:DeleteObject", 
        "s3:DeleteObjectVersion" 
    ], 
    "Resource": "arn:aws:s3:::bucket/prefix/*" 
  }, 
  { 
    "Effect": "Allow", 
    "Action": [ 
        "s3:ListBucket" 
    ], 
    "Resource": "arn:aws:s3:::bucket/", 
    "Condition": { 
        "StringLike": { 
            "s3:prefix": ["prefix/*"] 
        } 
    } 
  } 
 ]
}

Para obter informações e procedimentos sobre a criação de políticas com documentos de políticas, 
consulte Criar políticas do IAM.

Para obter documentação que fornece uma visão geral do uso de permissões do IAM com 
Snowflake, consulte os seguintes recursos:

• O que é o IAM?

• Crie a perfil do IAM do AWS.

• Crie uma integração de armazenamento em nuvem no Snowflake

• Recupere o usuário do IAMAWS para sua conta do Snowflake

• Conceda permissões ao usuário do IAM para acessar o bucket.

Para conceder permissão de uso da função Snowflake do cientista de dados para a integração de 
armazenamento, você deve executar GRANT USAGE ON INTEGRATION integration_name TO 
snowflake_role;.

• integration_name é o nome da sua integração de armazenamento.
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• snowflake_role é o nome da função padrão do Snowflake atribuída ao usuário cientista de 
dados.

Configurando o Snowflake OAuth Access

Em vez de fazer com que seus usuários insiram suas credenciais diretamente no Data Wrangler, 
você pode fazer com que eles usem um provedor de identidade para acessar o Snowflake. A seguir 
estão links para a documentação do Snowflake para os provedores de identidade suportados pelo 
Data Wrangler.

• Azure AD

• Okta

• Ping Federate

Use a documentação dos links anteriores para configurar o acesso ao seu provedor de identidade. 
As informações e procedimentos nesta seção ajudam você a entender como usar corretamente a 
documentação para acessar o Snowflake no Data Wrangler.

Seu provedor de identidade precisa reconhecer o Data Wrangler como um aplicativo. Use o 
procedimento a seguir para registrar o Data Wrangler como um aplicativo no provedor de identidade:

1. Selecione a configuração que inicia o processo de registro do Data Wrangler como um 
aplicativo.

2. Forneça aos usuários do provedor de identidade acesso ao Data Wrangler.

3. Ative a autenticação do cliente OAuth armazenando as credenciais do cliente como um segredo 
AWS Secrets Manager.

4. Especifique um URL de redirecionamento usando o seguinte formato: https://Domain-
ID.studio.Região da AWS.sagemaker.aws/jupyter/default/lab

Important

Você está especificando o ID de SageMaker domínio da Amazon e o Região da AWS 
que está usando para executar o Data Wrangler.
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Important

Você deve registrar uma URL para cada SageMaker domínio da Amazon e Região 
da AWS onde você está executando o Data Wrangler. Os usuários de um Domínio 
e Região da AWS que não possuem URLs de redirecionamento configurados para 
eles não poderão se autenticar com o provedor de identidade para acessar a conexão 
Snowflake.

5. Certifique-se de que o código de autorização e os tipos de concessão de token de atualização 
sejam permitidos para o aplicativo Data Wrangler.

No seu provedor de identidade, você deve configurar um servidor que envie tokens OAuth para o 
Data Wrangler no nível do usuário. O servidor envia os tokens com Snowflake como público.

O Snowflake usa o conceito de papéis que são papéis distintos dos perfis do IAM usados em AWS. 
Você deve configurar o provedor de identidade para usar qualquer função para usar a função padrão 
associada à conta Snowflake. Por exemplo, se um usuário tiver systems administrator a perfil 
padrão em seu perfil do Snowflake, a conexão do Data Wrangler com o Snowflake será usada como 
perfil systems administrator.

Use o seguinte procedimento para configurar o servidor.

Para configurar o servidor, siga os seguintes passos. Você está trabalhando no Snowflake em todas 
as etapas, exceto na última.

1. Comece a configurar o servidor ou a API.

2. Configure o servidor de autorização para usar o código de autorização e os tipos de concessão 
do token de atualização.

3. Especifique a vida útil do token de acesso.

4. Defina o tempo limite de inatividade do token de atualização. O tempo limite de inatividade é o 
tempo em que o token de atualização expira se não for usado.

Note

Se você estiver agendando trabalhos no Data Wrangler, recomendamos que o tempo 
limite de inatividade seja maior que a frequência do trabalho de processamento. 
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Caso contrário, alguns trabalhos de processamento poderão falhar porque o token 
de atualização expirou antes que pudessem ser executados. Quando o token de 
atualização expirar, o usuário deverá autenticar novamente acessando a conexão que 
fez com o Snowflake por meio do Data Wrangler.

5. Especifique session:role-any como o novo escopo.

Note

Para o Azure AD, copie o identificador exclusivo do escopo. O Data Wrangler exige que 
você forneça o identificador.

6.
Important

Na Integração de segurança externa do OAuth para Snowflake, ative
external_oauth_any_role_mode.

Important

O Data Wrangler não oferece suporte a tokens de atualização rotativos. O uso de tokens 
de atualização rotativos pode resultar em falhas de acesso ou na necessidade de login 
frequente dos usuários.

Important

Se o token de atualização expirar, seus usuários deverão se autenticar novamente 
acessando a conexão que fizeram com o Snowflake por meio do Data Wrangler.

Depois de configurar o provedor OAuth, você fornece ao Data Wrangler as informações necessárias 
para se conectar ao provedor. Você pode usar a documentação do seu provedor de identidade para 
obter valores para os seguintes campos:

• URL do token – A URL do token que o provedor de identidade envia ao Data Wrangler.

• URL de autorização — A URL do servidor de autorização do provedor de identidade.

Importar 2212



Amazon SageMaker Guia do Desenvolvedor

• ID do cliente — O ID do provedor de identidade.

• Segredo do cliente — O segredo que somente o servidor de autorização ou a API reconhecem.

• (Somente Azure AD) As credenciais do escopo do OAuth que você copiou.

Você armazena os campos e valores em um AWS Secrets Manager segredo e os adiciona à 
configuração do ciclo de vida do Amazon SageMaker Studio Classic que você está usando para 
o Data Wrangler. Uma configuração de duração é um script de shell. Use-o para tornar o Amazon 
Resource Name (ARN) do segredo acessível ao Data Wrangler. Para obter informações sobre 
a criação de segredos, consulte Mover segredos codificados para AWS Secrets Manager. Para 
obter informações sobre o uso de configurações de ciclo de vida no Studio Classic, consulte. Use 
configurações de ciclo de vida com o Amazon Studio Classic SageMaker

Important

Antes de criar um segredo do Secrets Manager, certifique-se de que a função de SageMaker 
execução que você está usando para o Amazon SageMaker Studio Classic tenha 
permissões para criar e atualizar segredos no Secrets Manager. Para obter mais informações 
sobre como adicionar permissões, consulte Exemplo: permissão para criar segredos.

Para Okta e Ping Federate, o seguinte é o formato do segredo:

{ 
    "token_url":"https://identityprovider.com/oauth2/example-portion-of-URL-path/v2/
token", 
    "client_id":"example-client-id", 
    "client_secret":"example-client-secret", 
    "identity_provider":"OKTA"|"PING_FEDERATE", 
    "authorization_url":"https://identityprovider.com/oauth2/example-portion-of-URL-
path/v2/authorize"
}                    
                 

Para o Azure AD, o formato do segredo é o seguinte.

{ 
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    "token_url":"https://identityprovider.com/oauth2/example-portion-of-URL-path/v2/
token", 
    "client_id":"example-client-id", 
    "client_secret":"example-client-secret", 
    "identity_provider":"AZURE_AD", 
    "authorization_url":"https://identityprovider.com/oauth2/example-portion-of-URL-
path/v2/authorize", 
    "datasource_oauth_scope":"api://appuri/session:role-any)"
}                    
                 

Você deve ter uma configuração de duração que use o segredo do Secrets Manager que você 
criou. Você pode criar a configuração de duração ou modificar uma que já tenha sido criada. A 
configuração deve usar o script a seguir.

#!/bin/bash

set -eux

## Script Body

cat > ~/.snowflake_identity_provider_oauth_config <<EOL
{ 
    "secret_arn": "example-secret-arn"
}
EOL                    
                 

Para obter informações sobre como criar configurações de duração, consulte Criar e associar uma 
configuração de ciclo de vida. Quando estiver passando pelo processo de configuração, siga as 
instruções a seguir:

• Defina o tipo de aplicativo da configuração como Jupyter Server.

• Anexe a configuração ao SageMaker domínio da Amazon que tem seus usuários.

• Faça com que a configuração seja executada por padrão. Ele deve ser executado sempre que um 
usuário fizer login no Studio Classic. Caso contrário, as credenciais salvas na configuração não 
estarão disponíveis para seus usuários quando eles estiverem usando o Data Wrangler.

• A configuração de duração cria um arquivo com o nome,
snowflake_identity_provider_oauth_config na pasta inicial do usuário. O arquivo 
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contém o segredo do Secrets Manager. Certifique-se de que ele esteja na pasta inicial do usuário 
toda vez que a instância do Jupyter Server for inicializada.

Conectividade privada entre o Data Wrangler e o Snowflake via AWS PrivateLink

Esta seção explica como usar AWS PrivateLink para estabelecer uma conexão privada entre o Data 
Wrangler e o Snowflake. As etapas são explicadas nas seguintes seções.

Crie uma VPC

Se você não tiver uma VPC configurada, siga as instruções Criar uma nova VPC para criar uma.

Depois de escolher uma VPC que você gostaria de usar para estabelecer uma conexão privada, 
forneça as seguintes credenciais ao administrador do Snowflake para habilitar AWS PrivateLink:

• ID da VPC

• ID da conta AWS

• O URL da sua conta correspondente que você usa para acessar o Snowflake

Important

Conforme descrito na documentação do Snowflake, habilitar sua conta do Snowflake pode 
levar até dois dias úteis.

Configurar a integração com o Snowflake AWS PrivateLink

Depois de AWS PrivateLink ativado, recupere a AWS PrivateLink configuração da sua região 
executando o comando a seguir em uma planilha do Snowflake. Faça login no console do Snowflake 
e insira o seguinte em Planilhas: select SYSTEM$GET_PRIVATELINK_CONFIG();

1. Recupere os valores para o seguinte: privatelink-account-name, privatelink_ocsp-
url, privatelink-account-url e privatelink_ocsp-url do objeto JSON resultante. O 
seguinte trecho mostra exemplos de cada valor. Armazene esses valores para uso posterior.

privatelink-account-name: xxxxxxxx.region.privatelink
privatelink-vpce-id: com.amazonaws.vpce.region.vpce-svc-xxxxxxxxxxxxxxxxx
privatelink-account-url: xxxxxxxx.region.privatelink.snowflakecomputing.com
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privatelink_ocsp-url: ocsp.xxxxxxxx.region.privatelink.snowflakecomputing.com        

2. Mude para o console AWS e navegue até o menu VPC.

3. No painel do lado esquerdo, escolha o link Endpoints para navegar até a configuração dos
endpoints da VPC.

Uma vez lá, escolha Criar endpoint.

4. Selecione o botão de rádio para Localizar serviço por nome, conforme mostrado na captura de 
tela a seguir.

5. No campo Nome do serviço, cole o valor privatelink-vpce-id que você recuperou na etapa 
anterior e escolha Verificar.

Se a conexão for bem-sucedida, um alerta verde dizendo Nome do serviço encontrado aparecerá 
na tela e as opções de VPC e Sub-rede se expandirão automaticamente, conforme mostrado na 
captura de tela a seguir. Dependendo da região de destino, a tela resultante pode mostrar o nome 
de outra região AWS.
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6. Selecione a mesma ID da VPC que você enviou para o Snowflake na lista suspensa da VPC.

7. Se você ainda não criou uma sub-rede, execute o seguinte conjunto de instruções sobre como 
criar uma sub-rede.

8. Selecione Sub-redes na lista suspensa da VPC. Em seguida, selecione Criar sub-rede e siga as 
instruções para criar um subconjunto na sua VPC. Certifique-se de selecionar a VPC ID que você 
enviou ao Snowflake.

9. Em Configuração do grupo de segurança, selecione Criar novo grupo de segurança para abrir a 
tela padrão do grupo de segurança em uma nova guia. Nessa nova guia, selecione Criar grupo de 
segurança.

10.Forneça um nome para o novo grupo de segurança (como por exemplo, datawrangler-doc-
snowflake-privatelink-connection) e uma descrição. Certifique-se de selecionar a VPC 
ID que você usou nas etapas anteriores.

11.Adicione duas regras para permitir o tráfego de dentro da sua VPC para esse endpoint da VPC.

Navegue até sua VPC em Suas VPCs em uma guia separada e recupere seu bloco CIDR para 
sua VPC. Depois, escolha Adicionar regras na seção Regras de entrda. Selecione HTTPS o tipo, 
deixe a Fonte como Personalizada no formulário e cole o valor recuperado da describe-vpcs
chamada anterior (como 10.0.0.0/16).
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12.Escolha Criar grupo de segurança. Recupere a ID do Grupo de Segurança do grupo de segurança 
recém-criado (como sg-xxxxxxxxxxxxxxxxx).

13.Na tela de configuração do endpoint da VPC, remova o grupo de segurança padrão. Cole o ID do 
grupo de segurança no campo de pesquisa e marque a caixa de seleção.

14.Selecione Criar endpoint.

15.Se a criação do endpoint for bem-sucedida, você verá uma página com um link para a 
configuração do seu endpoint da VPC, especificado pelo ID da VPC. Selecione o link para ver a 
configuração completa.

Recupere o registro mais alto na lista de nomes DNS. Isso pode ser diferenciado de outros nomes 
de DNS porque inclui apenas o nome da região (como us-west-2) e nenhuma notação de 
letra da zona de disponibilidade (como us-west-2a). Armazene essas informações para uso 
posterior.

Configure o DNS para endpoints do Snowflake em sua VPC

Esta seção explica como configurar o DNS para os pontos de extremidade do Snowflake em sua 
VPC. Isso permite que sua VPC resolva solicitações para o endpoint do AWS PrivateLink Snowflake.
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1. Navegue até o menu Route 53 em seu console AWS.

2. Selecione a opção Zonas hospedadas (se necessário, expanda o menu à esquerda para 
encontrar essa opção).

3. Escolha Criar hosted zone.

a. No campo Nome do domínio, faça referência ao valor armazenado privatelink-account-
url nas etapas anteriores. Nesse campo, o ID da sua conta do Snowflake é removido 
do nome DNS e usa somente o valor que começa com o identificador da região. Um
conjunto de registros de recursos também é criado posteriormente para o subdomínio, como
region.privatelink.snowflakecomputing.com.

b. Selecione o botão de rádio para Zona Hospedada Privada na seção Tipo. Seu código de região 
pode não ser us-west-2. Faça referência ao nome DNS devolvido a você pelo Snowflake.

c. Na seção VPCs a serem associadas à zona hospedada, selecione a região na qual sua VPC 
está localizada e o ID da VPC usado nas etapas anteriores.
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d. Escolha Create hosted zone (Criar zona hospedada).

4. Em seguida, crie dois registros, um para privatelink-account-url e outro para
privatelink_ocsp-url.

• No menu Zona hospedada, escolha Criar conjunto de registros.

a. Em Nome do registro, insira somente o ID da sua conta Snowflake (os primeiros 8 
caracteres) privatelink-account-url.

b. Em Tipo de registro, selecione CNAME.

c. Em Valor, insira o nome DNS do endpoint da VPC regional que você recuperou na última 
etapa da seção Configurar a integração AWS PrivateLink com o Snowflake.
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d. Escolha Create records (Criar registros).

e. Repita as etapas anteriores para o registro OCSP como anotamos privatelink-ocsp-
url, começando com ocsp o ID do Snowflake de 8 caracteres para o nome do registro 
(como) ocsp.xxxxxxxx.

Configurar o endpoint de entrada do Route 53 Resolver para sua VPC

Esta seção explica como configurar os pontos de entrada dos resolvedores do Route 53 para sua 
VPC.

1. Navegue até o menu Route 53 em seu console AWS.

• No painel esquerdo da seção Segurança, selecione a opção Grupos de segurança.

2. Escolha Criar grupo de segurança.

• Forneça um nome para o seu grupo de segurança (como por exemplo, datawranger-doc-
route53-resolver-sg) e uma descrição.

• Selecione o ID da VPC usado nas etapas anteriores.

• Crie regras que permitam o DNS sobre UDP e TCP de dentro do bloco CIDR da VPC.
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• Escolha Criar grupo de segurança. Observe o ID do grupo de segurança porque adiciona uma 
regra para permitir o tráfego para o grupo de segurança do endpoint da VPC.

3. Navegue até o menu Route 53 em seu console AWS.

• Na seção Resolver, selecione a opção Endpoint de entrada.

4. Escolha Criar endpoint de entrada.

• Forneça um nome do endpoint.

• Na lista suspensa VPC na região, selecione a ID da VPC que você usou em todas as etapas 
anteriores.

• Na lista suspensa Grupo de segurança para este endpoint, selecione o ID do grupo de 
segurança na Etapa 2 desta seção.

• Na seção Endereço IP, selecione uma zona de disponibilidade, selecione uma sub-rede e deixe 
o seletor de rádio para Usar um endereço IP selecionado automaticamente para cada endereço 
IP.
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• Selecione Enviar.

5. Selecione o endpoint de entrada após sua criação.

6. Depois que o endpoint de entrada for criado, anote os dois endereços IP dos resolvedores.
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SageMaker Endpoints de VPC

Esta seção explica como criar VPC endpoints para o seguinte: Amazon SageMaker Studio Classic, 
SageMaker Notebooks, a SageMaker API, SageMaker Runtime Runtime e Amazon SageMaker 
Feature Store Runtime.

Crie um grupo de segurança que seja aplicado a todos os endpoints.

1. Navegue até o menu do EC2 no console AWS.

2. Na seção Rede e Segurança, selecione a opção Grupos de segurança.

3. Escolha Criar grupo de segurança.

4. Forneça um nome e descrição do grupo de segurança (como por exemplo, datawrangler-doc-
sagemaker-vpce-sg) Uma regra é adicionada posteriormente para permitir o tráfego via HTTPS 
SageMaker para esse grupo.

Como criar os endpoints

1. Navegue até o menu VPC no console AWS.

2. Selecione a opção Endpoints.

3. Escolha Criar endpoint.

4. Pesquise o serviço inserindo seu nome no campo Pesquisar.

5. Na lista suspensa VPC, selecione a VPC na qual sua conexão com o Snowflake existe AWS 
PrivateLink.

6. Na seção Sub-redes, selecione as sub-redes que têm acesso à conexão do Snowflake. 
PrivateLink

7. Deixe a caixa de seleção Habilitar nome DNS marcada.

8. Na seção Grupos de segurança, selecione o grupo de segurança que você criou na seção 
anterior.
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9. Escolha Criar endpoint.

Configurar o Studio Classic e o Data Wrangler

Esta seção explica como configurar o Studio Classic e o Data Wrangler.

1. Configure o grupo de segurança.

a. Navegue até o menu do Amazon EC2 no console AWS.

b. Selecione a opção Grupos de segurança na seção Rede e segurança.

c. Escolha Criar grupo de segurança.

d. Forneça um nome e descrição doseu grupo de segurança (como por exemplo,
datawrangler-doc-sagemaker-studio)

e. Crie as seguintes regras de entrada.

• A conexão HTTPS com o grupo de segurança que você provisionou para a PrivateLink 
conexão do Snowflake que você criou na etapa Configurar a integração do Snowflake. 
PrivateLink

• A conexão HTTP com o grupo de segurança que você provisionou para a PrivateLink 
conexão do Snowflake que você criou na etapa Configurar a integração do Snowflake. 
PrivateLink

• O grupo de segurança UDP e TCP para DNS (porta 53) para o Route 53 Resolver Inbound 
Endpoint que você cria na etapa 2 de Configurar o Route 53 Resolver Inbound Endpoint para 
sua VPC.

f. Escolha o botão Criar grupo de segurança no canto inferior direito.

2. Configure o Studio Classic.

• Navegue até o SageMaker menu no AWS console.

• No console esquerdo, selecione a opção SageMakerStudio Classic.

• Se você não tiver nenhum domínio configurado, o menu Conceitos básicos estará presente.

• Selecione a opção Configuração padrão no menu Conceitos básicos.

• No Método de autenticação, escolha AWSIdentity and Access Management (IAM).

• No menu Permissões, você pode criar uma nova função ou usar uma função preexistente, 
dependendo do seu caso de uso.

• Se você escolher Criar um novo perfil, você terá a opção de fornecer um nome de bucket do 
S3 e uma política será gerada para você.
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• Se você já tiver um papel criado com permissões para os buckets do S3 aos quais você 
precisa de acesso, selecione o papel na lista suspensa. Esse cargo deve ter a política
AmazonSageMakerFullAccess associada a ele.

• Selecione a lista suspensa Rede e Armazenamento para configurar os usos da VPC, da 
segurança e das sub-redes. SageMaker

• Em VPC, selecione a VPC na qual sua conexão com o Snowflake existe. PrivateLink

• Em Sub-rede (s), selecione as sub-redes que têm acesso à conexão do Snowflake. 
PrivateLink

• Em Acesso à rede para Studio Classic, selecione Somente VPC.

• Em Grupo(s) de segurança, selecione o grupo de segurança que você criou na etapa 1.

• Selecione Enviar.

3. Edite o grupo SageMaker de segurança.

• Crie as seguintes regras de entrada:

• Porta 2049 para os grupos de segurança NFS de entrada e saída criados automaticamente 
SageMaker na etapa 2 (os nomes dos grupos de segurança contêm a ID de domínio do 
Studio Classic).

• Acesso a todas as portas TCP sozinho (necessário somente SageMaker para VPC).

4. Edite os grupos de segurança do endpoint da VPC:

• Navegue até o menu do Amazon EC2 no console AWS.

• Localize o grupo de segurança que você criou na etapa anterior.

• Adicione uma regra de entrada que permita o tráfego HTTPS do grupo de segurança criado na 
etapa 1.

5. Crie um perfil de usuário.

• No Painel de controle do SageMaker Studio Classic, escolha Adicionar usuário.

• Forneça um nome de usuário.

• EmFunção de execução, escolha criar uma nova função ou usar uma função pré-existente.

• Se você escolher Criar um novo perfil, você terá a opção de fornecer um nome de bucket do 
Amazon S3 e uma política será gerada para você.

• Se você já tem uma função criada com permissões para os buckets do Amazon S3 aos quais 
você precisa de acesso, selecione a função na lista suspensa. Esse cargo deve ter a política
AmazonSageMakerFullAccess associada a ele.

• Selecione Enviar.Importar 2226
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6. Crie um fluxo de dados (siga o guia do cientista de dados descrito na seção anterior).

• Ao adicionar uma conexão com o Snowflake, insira o valor de privatelink-account-
name (na etapa Configurar PrivateLink integração com o Snowflake) no campo Nome da conta 
do Snowflake (alfanumérico), em vez do nome simples da conta do Snowflake. Todo o resto 
permanece inalterado.

Fornecer informações ao cientista de dados

Forneça ao cientista de dados as informações de que ele precisa para acessar o Snowflake a partir 
do Amazon SageMaker Data Wrangler.

Important

Seus usuários precisam executar o Amazon SageMaker Studio Classic versão 1.3.0 ou 
posterior. Para obter informações sobre como verificar a versão do Studio Classic e atualizá-
la, consultePrepare dados de ML com o Amazon SageMaker Data Wrangler.

1. Para permitir que seu cientista de dados acesse o Snowflake a partir do SageMaker Data 
Wrangler, forneça a ele uma das seguintes opções:

• Para Autenticação básica, é necessário um nome de conta Snowflake, um nome de usuário e 
uma senha.

• Para o OAuth, um nome de usuário e senha no provedor de identidade.

• Para ARN, trata-se do Nome do Recurso da Amazon (ARN) do segredo no Secrets Manager.

• Um segredo criado com o Secrets Manager AWS e o ARN do segredo. Use o procedimento 
abaixo para criar o segredo (secret) para o Snowflake, caso opte por esta opção.

Important

Se seus cientistas de dados usarem a opção Snowflake Credentials (nome de usuário 
e senha) para se conectar ao Snowflake, você poderá usar o Secrets Manager para 
armazenar as credenciais em segredo. O Secrets Manager alterna os segredos como 
parte de um plano de segurança de práticas recomendadas. O segredo criado no 
Secrets Manager só pode ser acessado com a função Studio Classic configurada 
quando você configura um perfil de usuário do Studio Classic. Isso exige que você 
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adicione essa permissão,secretsmanager:PutResourcePolicy, à política 
anexada à sua função do Studio Classic.
É altamente recomendável que você defina o escopo da política de funções para usar 
funções diferentes para diferentes grupos de usuários do Studio Classic. Você pode 
adicionar permissões adicionais baseadas em recursos para os segredos do Secrets 
Manager. Consulte Gerenciar política do segredo para ver as chaves de condição que 
você pode usar.
Para obter informações sobre como criar um segredo, consulte Criar um segredo. 
Você é cobrado pelos segredos que você cria.

2. (Opcional) Forneça ao cientista de dados o nome da integração de armazenamento que você 
criou usando o procedimento a seguir: Criar uma integração de armazenamento em nuvem no 
Snowflake. Esse é o nome da nova integração e é chamado integration_name no comando 
SQL do CREATE INTEGRATION que você executou, que é mostrado no seguinte trecho:

  CREATE STORAGE INTEGRATION integration_name 
  TYPE = EXTERNAL_STAGE 
  STORAGE_PROVIDER = S3 
  ENABLED = TRUE 
  STORAGE_AWS_ROLE_ARN = 'iam_role' 
  [ STORAGE_AWS_OBJECT_ACL = 'bucket-owner-full-control' ] 
  STORAGE_ALLOWED_LOCATIONS = ('s3://bucket/path/', 's3://bucket/path/') 
  [ STORAGE_BLOCKED_LOCATIONS = ('s3://bucket/path/', 's3://bucket/path/') ] 
                              

Guia do cientista de dados

Utilize o seguinte para conectar ao Snowflake e acessar seus dados no Data Wrangler.

Important

Seu administrador precisa usar as informações nas seções anteriores para configurar o 
Snowflake. Se você estiver enfrentando problemas, entre em contato com eles para obter 
ajuda na solução de problemas.

Você pode se conectar ao Snowflake de uma das seguintes maneiras:
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• Especificar suas credenciais do Snowflake (nome da conta, nome de usuário e senha) no Data 
Wrangler.

• Fornecer um Amazon Resource Name (ARN) de um segredo que contém as credenciais.

• Usar um padrão aberto para provedor de delegação de acesso (OAuth) que se conecta ao 
Snowflake. Seu administrador pode conceder acesso a um dos seguintes provedores OAuth:

• Azure AD

• Okta

• Ping Federate

Converse com seu administrador sobre o método que você precisa usar para se conectar ao 
Snowflake.

As seguintes seções contêm informações sobre como você pode se conectar ao Snowflake usando 
os métodos mencionados anteriormente.

Specifying your Snowflake Credentials

Para importar um conjunto de dados para o Data Wrangler do Snowflake usando suas 
credenciais:

1. Faça login no Amazon SageMaker Console.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Escolha o ícone Início.

6. Escolha Dados.

7. Escolha Data Wrangler.

8. Escolha Importar dados.

9. Em Disponível, escolha Snowflake.

10. Em Nome da conexão, especifique um nome que identifique a conexão de forma exclusiva.

11. Em Método de autenticação, escolha Nome e senha do usuário.

12. Para o nome da conta do Snowflake (alfanumérico), especifique o nome completo da conta 
do Snowflake.
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13. Em Nome de usuário, especifique o nome de usuário que você usa para acessar a conta do 
Snowflake.

14. Em Senha, especifique a senha associada ao seu nome de usuário.

15. (Opcional) Para configurações avançadas, especifique o seguinte:

• Função — Uma função dentro do Snowflake. Algumas funções têm acesso a conjuntos de 
dados diferentes. Se você não especificar uma função, o Data Wrangler usará a função 
padrão em sua conta Snowflake.

• Integração de armazenamento — Quando você especifica e executa uma consulta, o 
Data Wrangler cria uma cópia temporária dos resultados da consulta na memória. Para 
armazenar uma cópia permanente dos resultados da consulta, especifique a localização 
do Amazon S3 para a integração de armazenamento. Seu administrador forneceu a você o 
URI do S3.

• ID da chave KMS — Uma chave KMS que você criou. Você pode especificar o ARN 
(Amazon Resource Name) para criptografar a saída da consulta do Snowflake. Caso 
contrário, o Data Wrangler usa a criptografia padrão.

16. Selecione Conectar.

Providing an Amazon Resource Name (ARN)

Para importar um conjunto de dados para o Data Wrangler do Snowflake usando um ARN:

1. Faça login no Amazon SageMaker Console.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Escolha o ícone Início.

6. Escolha Dados.

7. Escolha Data Wrangler.

8. Escolha Importar dados.

9. Em Disponível, escolha Snowflake.

10. Em Nome da conexão, especifique um nome que identifique a conexão de forma exclusiva.

11. Em Método de autenticação, escolha ARN.
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12. Secrets Manager ARN — O ARN do segredo AWS Secrets Manager usado para armazenar 
as credenciais usadas para se conectar ao Snowflake.

13. (Opcional) Para configurações avançadas, especifique o seguinte:

• Função — Uma função dentro do Snowflake. Algumas funções têm acesso a conjuntos de 
dados diferentes. Se você não especificar uma função, o Data Wrangler usará a função 
padrão em sua conta Snowflake.

• Integração de armazenamento — Quando você especifica e executa uma consulta, o 
Data Wrangler cria uma cópia temporária dos resultados da consulta na memória. Para 
armazenar uma cópia permanente dos resultados da consulta, especifique a localização 
do Amazon S3 para a integração de armazenamento. Seu administrador forneceu a você o 
URI do S3.

• ID da chave KMS — Uma chave KMS que você criou. Você pode especificar o ARN 
(Amazon Resource Name) para criptografar a saída da consulta do Snowflake. Caso 
contrário, o Data Wrangler usa a criptografia padrão.

14. Selecione Conectar.

Using an OAuth Connection

Important

Seu administrador personalizou seu ambiente Studio Classic para fornecer a 
funcionalidade que você está usando para usar uma conexão OAuth. Você talvez precise 
reiniciar a aplicação do servidor Jupyter para utilizar essa funcionalidade.
Utilize o procedimento a seguir para atualizar a aplicação do servidor Jupyter.

1. No Studio Classic, escolha Arquivo

2. Escolha Desligar.

3. Escolha Desligar o servidor.

4. Feche a guia ou janela que você está usando para acessar o Studio Classic.

5. No SageMaker console da Amazon, abra o Studio Classic.
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Para importar um conjunto de dados para o Data Wrangler do Snowflake usando suas 
credenciais:

1. Faça login no Amazon SageMaker Console.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Escolha o ícone Início.

6. Escolha Dados.

7. Escolha Data Wrangler.

8. Escolha Importar dados.

9. Em Disponível, escolha Snowflake.

10. Em Nome da conexão, especifique um nome que identifique a conexão de forma exclusiva.

11. Em Método de autenticação, escolha OAuth.

12. (Opcional) Para configurações avançadas, especifique o seguinte:

• Função — Uma função dentro do Snowflake. Algumas funções têm acesso a conjuntos de 
dados diferentes. Se você não especificar uma função, o Data Wrangler usará a função 
padrão em sua conta Snowflake.

• Integração de armazenamento — Quando você especifica e executa uma consulta, o 
Data Wrangler cria uma cópia temporária dos resultados da consulta na memória. Para 
armazenar uma cópia permanente dos resultados da consulta, especifique a localização 
do Amazon S3 para a integração de armazenamento. Seu administrador forneceu a você o 
URI do S3.

• ID da chave KMS — Uma chave KMS que você criou. Você pode especificar o ARN 
(Amazon Resource Name) para criptografar a saída da consulta do Snowflake. Caso 
contrário, o Data Wrangler usa a criptografia padrão.

13. Selecione Conectar.

Você pode iniciar o processo de importação dos seus dados do Snowflake depois de ter se 
conectado a ele.

Dentro do Data Wrangler, você pode visualizar seus data warehouses, bancos de dados e 
esquemas, juntamente com o ícone de olho com o qual você pode visualizar a tabela. Depois de 
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selecionar o ícone Visualizar tabela, a visualização do esquema dessa tabela é gerada. Você deve 
selecionar um depósito antes de poder visualizar uma tabela.

Important

Se você estiver importando um conjunto de dados com colunas do tipo TIMESTAMP_TZ ou
TIMESTAMP_LTZ, adicione ::string aos nomes das colunas da sua consulta. Para obter 
mais informações, consulte Como descarregar dados TIMESTAMP_TZ e TIMESTAMP_LTZ 
em um arquivo Parquet.

Após selecionar um data warehouse, banco de dados e esquema, agora você pode escrever 
consultas e executá-las. A saída da sua consulta é exibida em Resultados da consulta.

Depois de definir a saída da sua consulta, você poderá importar a saída da sua consulta para um 
fluxo do Data Wrangler para realizar transformações de dados.

Depois de importar seus dados, navegue até o fluxo do Data Wrangler e comece a adicionar 
transformações a ele. Para ver uma lista das transformações disponíveis, consulte Dados de 
transformação.

Importar dados de plataformas de software como serviço (SaaS)

Você pode usar o Data Wrangler para importar dados de mais de quarenta plataformas de software 
como serviço (SaaS). Para importar seus dados da sua plataforma SaaS, você ou seu administrador 
devem usar AppFlow a Amazon para transferir os dados da plataforma para o Amazon S3 ou o 
Amazon Redshift. Para obter mais informações sobre a Amazon AppFlow, consulte O que é a 
Amazon AppFlow? Se você não precisar usar o Amazon Redshift, recomendamos transferir os dados 
para o Amazon S3 para simplificar o processo.

O Data Wrangler suporta a transferência de dados das seguintes plataformas SaaS:

• Amplitude

• Asana

• Braintree

• CircleCI

• DocuSign Monitorar

• Delighted
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• Domo

• Datadog

• Dynatrace

• Facebook Ads

• Facebook Page Insights

• Google Ads

• Google Analytics 4

• Google Calendar

• Google Search Console

• GitHub

• GitLab

• Infor Nexus

• Instagram Ads

• Intercom

• JDBC (sincronização)

• Jira Cloud

• LinkedIn Anúncios

• Mailchimp

• Marketo

• Microsoft Dynamics 365

• Microsoft Teams

• Mixpanel

• Okta

• Oracle HCM

• Paypal Checkout

• Pendo

• Salesforce

• Salesforce Marketing Cloud

• Salesforce Pardot

• SAP OData
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• SendGrid

• ServiceNow

• Singular

• Slack

• Smartsheet

• Snapchat Ads

• Stripe

• Trend Micro

• Typeform

• Veeva

• WooCommerce

• Zendesk

• Zendesk Chat

• Zendesk Sell

• Zendesk Sunshine

• Zoho CRM

• Zoom Meetings

A lista anterior tem links para mais informações sobre como configurar sua fonte de dados. Você ou 
seu administrador podem consultar os links anteriores depois de terem lido as informações a seguir.

Ao navegar até a guia Importar do seu fluxo do Data Wrangler, você vê as fontes de dados nas 
seguintes seções:

• Disponível

• Configure as fontes de dados

Você pode se conectar às fontes de dados em Disponível sem precisar de configuração adicional. 
Você pode escolher a fonte de dados e importar seus dados.

As fontes de dados, em Configurar fontes de dados, exigem que você ou seu administrador usem 
AppFlow a Amazon para transferir os dados da plataforma SaaS para o Amazon S3 ou o Amazon 
Redshift. Para obter informações sobre como realizar uma transferência, consulte Usando AppFlow a 
Amazon para transferir seus dados.
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Depois de realizar a transferência de dados, a plataforma SaaS aparece como uma fonte de dados 
em Disponível. Você pode escolhê-lo e importar os dados que você transferiu para o Data Wrangler. 
Os dados que você transferiu aparecem como tabelas que você pode consultar.

Usando AppFlow a Amazon para transferir seus dados

AppFlow A Amazon é uma plataforma que você pode usar para transferir dados da sua plataforma 
SaaS para o Amazon S3 ou o Amazon Redshift sem precisar escrever nenhum código. Para realizar 
uma transferência de dados, você usa o AWS Management Console.

Important

Você deve se certificar de que configurou as permissões para realizar uma transferência de 
dados. Para ter mais informações, consulte  AppFlow Permissões da Amazon.

Depois de adicionar as permissões, você pode transferir os dados. Na Amazon AppFlow, você 
cria um fluxo para transferir os dados. Um fluxo é uma série de configurações. Você pode usá-
lo para especificar se está executando a transferência de dados em um cronograma ou se está 
particionando os dados em arquivos separados. Após ter configurado o fluxo, você o executa para 
transferir os dados.

Para obter informações sobre a criação de um fluxo, consulte Criação de fluxos na Amazon AppFlow. 
Para obter informações sobre como executar um fluxo, consulte Ativar um AppFlow fluxo da Amazon.

Depois que os dados forem transferidos, use o seguinte procedimento para acessar os dados no 
Data Wrangler.

Important

Antes de tentar acessar seus dados, certifique-se de que seu perfil do IAM tenha a seguinte 
política:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": "glue:SearchTables", 
            "Resource": [ 
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                "arn:aws:glue:*:*:table/*/*", 
                "arn:aws:glue:*:*:database/*", 
                "arn:aws:glue:*:*:catalog" 
            ] 
        } 
    ]
}    

Por padrão, o perfil do IAM que você usa para acessar o Data Wrangler é o
SageMakerExecutionRole. Para obter mais informações sobre a adição de políticas, 
consulte Adicionar permissões de identidades do IAM (console).

Para estabelecer conexão com uma fonte de dados, siga os seguintes passos.

1. Faça login no Amazon SageMaker Console.

2. Escolha Studio.

3. Escolha Iniciar aplicativo.

4. Na lista suspensa, selecione Studio.

5. Escolha o ícone Início.

6. Escolha Dados.

7. Escolha Data Wrangler.

8. Escolha Importar dados.

9. Em Disponível, escolha a fonte de dados.

10. Para o campo Nome, especifique o nome da conexão.

11. (Opcional) Escolha Configuração avançada.

a. Escolha um Grupo de trabalho.

b. Se seu grupo de trabalho não impôs o local de saída do Amazon S3 ou se você não usa um 
grupo de trabalho, especifique um valor para a localização dos resultados da consulta no 
Amazon S3.

c. (Opcional) Em Período de retenção de dados, marque a caixa de seleção para definir um 
período de retenção de dados e especificar o número de dias para armazenar os dados 
antes de serem excluídos.

d. (Opcional) Por padrão, o Data Wrangler salva a conexão. Você pode optar por desmarcar a 
caixa de seleção e não salvar a conexão.
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12. Selecione Conectar.

13. Especifique uma consulta.

Note

Para ajudá-lo a especificar uma consulta, você pode escolher uma tabela no painel de 
navegação esquerdo. O Data Wrangler mostra o nome da tabela e uma visualização 
prévia da tabela. Clique no ícone ao lado do nome da tabela para copiá-lo. Você pode 
usar o nome da tabela na consulta.

14. Escolha Executar.

15. Escolha Importar consulta.

16. Em nome do conjunto de dados, especifique o nome do conjunto de dados.

17. Escolha Adicionar.

Ao navegar até a tela Importar dados, você pode ver a conexão que você criou. Você pode usar a 
conexão para importar mais dados.

Armazenamento de dados importados

Important

É altamente recomendável que você siga as melhores práticas para proteger seu bucket do 
Amazon S3 seguindo as melhores práticas de segurança.

Quando você consulta dados do Amazon Athena ou do Amazon Redshift, o conjunto de dados 
consultado é automaticamente armazenado no Amazon S3. Os dados são armazenados no bucket 
padrão do SageMaker S3 para a AWS região na qual você está usando o Studio Classic.

Os buckets do S3 padrão têm a seguinte convenção de nomenclatura:
sagemaker-region-account number. Por exemplo, se o número da sua conta for 
111122223333 e você estiver usando o Studio Classic nous-east-1, seus conjuntos de dados 
importados serão armazenados em 111122223333. sagemaker-us-east-1-

Os fluxos do Data Wrangler dependem desta localização de conjunto de dados no Amazon S3, 
portanto, você não deve modificar este conjunto de dados no Amazon S3 enquanto estiver usando 
um fluxo dependente. Se você modificar esta localização no S3 e desejar continuar usando 
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seu fluxo de dados, será necessário remover todos os objetos em trained_parameters no 
seu arquivo .flow. Para fazer isso, baixe o arquivo.flow do Studio Classic e, para cada instância 
detrained_parameters, exclua todas as entradas. Quando terminar, o trained_parameters
deve ser um objeto JSON vazio:

"trained_parameters": {}

Quando você exporta e utiliza seu fluxo de dados para processar seus dados, o arquivo .flow que 
você exporta faz referência a este conjunto de dados no Amazon S3. Consulte as seguintes seções 
para saber mais.

Armazenamento de importação do Amazon Redshift

O Data Wrangler armazena os conjuntos de dados resultantes da sua consulta em um arquivo 
Parquet em seu bucket padrão do S3. SageMaker

Este arquivo é armazenado sob o seguinte prefixo (diretório): redshift/uuid/data/, onde uuid é um 
identificador único criado para cada consulta.

Por exemplo, se seu bucket padrão forsagemaker-us-east-1-111122223333, um 
único conjunto de dados consultado no Amazon Redshift está localizado em 
s3://-1-111122223333/redshift/ uuid /data/. sagemaker-us-east

Importar e armazenar do Amazon Athena

Quando você consulta um banco de dados do Athena e importa um conjunto de dados, o Data 
Wrangler armazena o conjunto de dados, bem como um subconjunto desse conjunto de dados, ou
arquivos de pré-visualização, no Amazon S3.

O conjunto de dados que você importa ao selecionar Importar conjunto de dados é armazenado no 
formato Parquet no Amazon S3.

Os arquivos de visualização são gravados no formato CSV quando você seleciona Executar na tela 
de importação do Athena e contêm até 100 linhas do conjunto de dados consultado.

O conjunto de dados que você consulta está localizado sob o prefixo (diretório): athena/uuid/data/, 
onde uuid é um identificador único criado para cada consulta.

Por exemplo, se o seu bucket padrão for sagemaker-us-east-1-111122223333, um 
único conjunto de dados consultado do Athena está localizado em s3://sagemaker-us-
east-1-111122223333/athena/uuid/data/example_dataset.parquet.
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O subconjunto do conjunto de dados armazenado para visualizar dataframes no Data Wrangler é 
armazenado sob o prefixo: athena/.

Crie e use um fluxo do Data Wrangler

Use um fluxo do Amazon SageMaker Data Wrangler, ou um fluxo de dados, para criar e modificar 
um pipeline de preparação de dados. O fluxo de dados conecta os conjuntos de dados, as 
transformações e as análises, ou etapas, que você cria e pode ser usado para definir seu pipeline.

Instâncias

Quando você cria um fluxo do Data Wrangler no Amazon SageMaker Studio Classic, o Data 
Wrangler usa uma instância do Amazon EC2 para executar as análises e transformações no seu 
fluxo. Por padrão, o Data Wrangler usa a instância m5.4xlarge. As instâncias m5 são instâncias de 
uso geral que fornecem um equilíbrio entre computação e memória. Você pode usar instâncias m5 
para uma variedade de workloads computacionais.

O Data Wrangler também oferece a opção de usar instâncias r5. As instâncias r5 são projetadas 
para oferecer desempenho rápido que processa grandes conjuntos de dados na memória.

Recomendamos que você escolha uma instância que seja melhor otimizada para suas workloads. 
Por exemplo, o r5.8xlarge pode ter um preço mais alto do que o m5.4xlarge, mas o r5.8xlarge pode 
ser melhor otimizado para suas workloads. Com instâncias mais otimizadas, você pode executar 
seus fluxos de dados em menos tempo e a um custo menor.

A tabela a seguir mostra as instâncias que você pode usar para executar seu fluxo do Data Wrangler.

Instâncias padrão vCPU Memória

ml.m5.4xlarge 16 64 GiB

ml.m5.8xlarge 32 128 GiB

ml.m5.16xlarge 64 256 GiB

ml.m5.24xlarge 96 384 GiB

r5.4xlarge 16 128 GiB

r5.8xlarge 32 256 GiB
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Instâncias padrão vCPU Memória

r5.24xlarge 96 768 GiB

Para obter mais informações sobre instâncias r5, consulte Instâncias R5 do Amazon EC2. Para obter 
mais informações sobre instâncias m5, consulte Instâncias R5 do Amazon EC2.

Cada fluxo do Data Wrangler tem uma instância do Amazon EC2 associada a ele. Você pode ter 
vários fluxos associados a uma única instância.

Para cada arquivo de fluxo, você pode alternar facilmente o tipo de instância. Se você alternar o tipo 
de instância, a instância que você usou para executar o fluxo continuará sendo executada.

Para mudar o tipo de instância do seu fluxo, faça o seguinte.

1. Escolha o ícone início,

.

2. Navegue até a instância que você está usando e escolha-a.

3. Escolha o tipo de instância que você deseja excluir.
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4. Escolha Save (Salvar).

Você é cobrado por todas as instâncias em execução. Para evitar cobranças adicionais, encerre as 
instâncias que você não está usando manualmente. Para desligar uma instância em execução, use o 
procedimento a seguir.

Para desligar uma instância em execução.

1. Escolha o ícone da instância. A imagem a seguir mostra onde selecionar o ícone RUNNING 
INSTANCES.

2. Escolha Desligar ao lado da instância que você deseja encerrar.

Se você encerrar uma instância usada para executar um fluxo, não poderá acessar temporariamente 
o fluxo. Se você receber um erro ao tentar abrir o fluxo executando uma instância que você desligou 
anteriormente, aguarde 5 minutos e tente abri-lo novamente.

Quando você exporta seu fluxo de dados para um local como o Amazon Simple Storage Service 
ou o Amazon SageMaker Feature Store, o Data Wrangler executa um trabalho de SageMaker 
processamento da Amazon. Você pode usar uma das seguintes instâncias para o trabalho de 
processamento. Para obter mais informações na exportação dos seus dados, consulte Export.

Instâncias padrão vCPU Memória

ml.m5.4xlarge 16 64 GiB

ml.m5.12xlarge 48 192 GiB

ml.m5.24xlarge 96 384 GiB
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Para obter mais informações sobre o custo por hora do uso dos tipos de instância disponíveis, 
consulte SageMaker Preços.

A interface do usuário do fluxo de dados

Quando você importa um conjunto de dados, o conjunto de dados original aparece no fluxo de dados 
e é chamado de Fonte. Se você ativou a amostragem ao importar seus dados, esse conjunto de 
dados será denominado Fonte - amostrado. O Data Wrangler infere automaticamente os tipos de 
cada coluna em seu conjunto de dados e cria um novo quadro de dados chamado Tipos de dados. 
Você pode selecionar esse quadro para atualizar os tipos de dados inferidos. Você verá resultados 
semelhantes aos mostrados na imagem a seguir após o upload de um conjunto de dados:

Cada vez que você adiciona uma etapa de transformação, você cria um novo dataframe. Quando 
várias etapas de transformação (exceto Unir ou Concatenar) são adicionadas ao mesmo conjunto de 
dados, elas são empilhadas.

Unir e Concatenar criam etapas autônomas que contêm o novo conjunto de dados unido ou 
concatenado.

O diagrama a seguir mostra um fluxo de dados com uma junção entre dois conjuntos de dados, 
bem como duas pilhas de etapas. A primeira pilha (Etapas (2) adiciona duas transformações ao 
tipo inferido no conjunto de dados tipos de dados. A pilha downstream, ou a pilha à direita, adiciona 
transformações ao conjunto de dados resultantes de uma junção chamada demo-join.
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A pequena caixa cinza no canto inferior direito do fluxo de dados fornece uma visão 
geral do número de pilhas e etapas no fluxo e do layout do fluxo. A caixa mais clara 
dentro da caixa cinza indica as etapas que estão dentro da visualização da interface 
do usuário. Você pode usar essa caixa para ver seções do seu fluxo de dados que 
estão fora da visualização da interface do usuário. Use o ícone de ajuste da tela 

( ) 
para ajustar todas as etapas e conjuntos de dados à sua visualização da interface do usuário.

A barra de navegação inferior esquerda inclui ícones que você pode usar para ampliar 

( ) 
e reduzir 
( ) 
o fluxo de dados e redimensionar o fluxo de dados para caber na tela 

( ). 
Use o ícone de cadeado 

( ) 
para bloquear e desbloquear a localização de cada etapa na tela.
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Adicione uma etapa ao seu fluxo de dados

Selecione + ao lado de qualquer conjunto de dados ou etapa adicionada anteriormente e, em 
seguida, selecione uma das seguintes opções:

• Editar tipos de dados (somente para uma etapa de tipos de dados): se você não adicionou 
nenhuma transformação a uma etapa de tipos de dados, você pode selecionar Editar tipos de 
dados para atualizar os tipos de dados que o Data Wrangler inferiu ao importar seu conjunto de 
dados.

• Adicionar transformação: adiciona uma nova etapa de transformação. Consulte Dados de 
transformação para saber mais sobre as transformações de dados que você pode adicionar.

• Adicionar análise: adiciona uma análise. Você pode usar essa opção 
para analisar seus dados em qualquer ponto do fluxo de dados. Quando 
você adiciona uma ou mais análises a uma etapa, um ícone de análise 

( ) 
aparece nessa etapa. Consulte Analisar e visualizar para saber mais sobre as análises que você 
pode adicionar.

• Unir: une dois conjuntos de dados e adiciona o conjunto de dados resultante ao fluxo de dados. 
Para saber mais, consulte Unir conjuntos de dados.

• Concatenar: concatena dois conjuntos de dados e adiciona o conjunto de dados resultante ao fluxo 
de dados. Para saber mais, consulte Concatenar conjuntos de dados.

Excluir uma etapa do seu fluxo de dados

Para excluir uma etapa, selecione a etapa e depois Excluir. Se o nó for de uma única entrada, 
você exclui somente a etapa selecionada. Quando se exclui uma etapa com uma única entrada 
não se exclui as etapas que a seguem. Se você excluir uma etapa de um nó de origem, junção ou 
concatenação, todas as etapas subsequentes também serão excluídas.

Para excluir uma etapa de uma pilha de etapas, selecione a pilha e, em seguida, selecione a etapa 
que deseja excluir.

Você pode usar um dos procedimentos a seguir para excluir uma etapa sem excluir as etapas 
posteriores.
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Delete a step in the Data Wrangler flow

Você pode excluir uma etapa individual para nós em seu fluxo de dados que tenham uma única 
entrada. Você não pode excluir etapas individuais dos nós de origem, união e concatenação.

Use o procedimento a seguir para excluir uma etapa no fluxo do Data Wrangler.

1. Escolha o grupo de etapas que contém a etapa que você está excluindo.

2. Escolha o ícone próximo à etapa.

3. Escolha Excluir etapa.

Delete a step in the table view

Use o procedimento a seguir para excluir uma etapa na exibição de tabela.

Você pode excluir uma etapa individual para nós no seu fluxo de dados que tenham uma única 
entrada. Você não pode excluir etapas individuais dos nós de origem, união e concatenação.

1. Escolha a etapa e abra a exibição de tabela da etapa.

2. Mova o cursor sobre a etapa para que o ícone de reticências apareça.

3. Escolha o ícone próximo à etapa.

4. Escolha Delete (Excluir).
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Exclua uma etapa no seu fluxo do Data Wrangler.

Você pode editar cada etapa adicionada ao fluxo do Data Wrangler. Ao editar as etapas, é possível 
alterar as transformações ou os tipos de dados das colunas. Você pode editar as etapas para fazer 
alterações com as quais pode realizar análises melhores.

Há várias maneiras de editar uma etapa. Alguns exemplos incluem a alteração do método de 
imputação ou a alteração do limite para considerar um valor como algo atípico.

Utilize o seguinte procedimento para editar uma etapa.

Para editar uma etapa, faça o seguinte.

1. Escolha uma etapa no fluxo do Data Wrangler para abrir a exibição da tabela.
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2. Escolha uma etapa no fluxo de dados.

3. Edite a etapa.

A imagem a seguir mostra um exemplo de edição de uma etapa.

Note

Você pode usar os espaços compartilhados em seu SageMaker domínio da Amazon 
para trabalhar de forma colaborativa em seus fluxos do Data Wrangler. Em um espaço 
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compartilhado, você e seus colaboradores podem editar um arquivo de fluxo em tempo real. 
No entanto, nem você nem seus colaboradores podem ver as mudanças em tempo real. 
Quando alguém faz uma alteração no fluxo do Data Wrangler, deve salvá-la imediatamente. 
Quando alguém salva um arquivo, um colaborador não poderá vê-lo, a menos que feche o 
arquivo e o reabra. Todas as alterações que não são salvas por uma pessoa são substituídas 
pela pessoa que salvou as alterações.

Obtenha insights sobre dados e qualidade dos dados

Use o Relatório de qualidade dos dados e insights para realizar uma análise dos dados que você 
importou para o Data Wrangler. Recomendamos que você crie o relatório após importar o conjunto 
de dados. Você pode usar o relatório para ajudar você a limpar e processar seus dados. Ele fornece 
informações como o número de valores ausentes e o número de valores atípicos. Caso tenha 
problemas com seus dados, como vazamento ou desequilíbrio de destino, o relatório de insights 
pode chamar sua atenção para esses problemas.

Use o procedimento a seguir para criar um relatório de qualidade dos dados e insights. Ele 
pressupõe que você já tenha importado um conjunto de dados para o fluxo do Data Wrangler.

Para criar um relatório de qualidade dos dados e insights

1. Escolha um + próximo ao um nó em seu fluxo do Data Wrangler.

2. Selecione Obter insights de dados.

3. Em Nome da análise, especifique um nome para o relatório de insights.

4. (Opcional) Para Coluna de destino, especifique a coluna de destino.

5. Para Tipo de problema, especifique Regressão ou Classificação.

6. Para Tamanho dos dados, especifique uma das opções a seguir:

• 50 mil — Usa as primeiras 50000 linhas do conjunto de dados que você importou para criar o 
relatório.

• Conjunto de dados inteiro — Usa o conjunto de dados inteiro que você importou para criar o 
relatório.
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Note

A criação de um relatório de qualidade de dados e insights sobre todo o conjunto 
de dados usa um trabalho de SageMaker processamento da Amazon. Um trabalho 
SageMaker de processamento provisiona os recursos computacionais adicionais 
necessários para obter insights sobre todos os seus dados. Para obter mais informações 
sobre trabalhos SageMaker de processamento, consulteProcessar dados.

7. Escolha Criar.

Os tópicos a seguir mostram as seções do relatório:

Tópicos

• Resumo

• Coluna de destino

• Modelo rápido

• Resumo de recursos

• Amostras

• Definições

Você pode fazer download do relatório ou visualizá-lo online. Para fazer download do relatório, 
escolha o botão de download no canto superior direito da tela. A imagem a seguir mostra o botão.

Resumo

O relatório de insights tem um breve resumo dos dados que inclui informações gerais, como valores 
ausentes, valores inválidos, tipos de recursos, contagens de valores atípicos e muito mais. Ele 
também pode incluir avisos de severidade alta que apontam para prováveis problemas com os 
dados. Recomendamos que você investigue os avisos.
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Veja a seguir um exemplo de um resumo de relatório.

Coluna de destino

Quando você cria o relatório de qualidade dos dados e insights, o Data Wrangler oferece a opção 
de selecionar uma coluna de destino. Uma coluna de destino é uma coluna que você está tentando 
prever. Quando você escolhe uma coluna de destino, o Data Wrangler cria automaticamente uma 
análise da coluna de destino. Ele também classifica os recursos na ordem de seu poder preditivo. Ao 
selecionar uma coluna de destino, você deve especificar se está tentando resolver um problema de 
regressão ou classificação.

Para classificação, o Data Wrangler mostra uma tabela e um histograma das classes mais comuns. 
Uma classe é uma categoria. Ele também apresenta observações, ou linhas, com um valor de 
destino ausente ou inválido.

A imagem a seguir mostra um exemplo de análise de coluna de destino para um problema de 
classificação.
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Para regressão, o Data Wrangler mostra um histograma de todos os valores na coluna de destino. 
Ele também apresenta observações, ou linhas, com um valor de destino ausente, inválido ou atípico.

A imagem a seguir mostra um exemplo de análise de coluna de destino para um problema de 
regressão.
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Modelo rápido

O modelo rápido fornece uma estimativa da qualidade prevista esperada de um modelo que você 
treina em seus dados.

O Data Wrangler divide seus dados em folds de treinamento e validação. Ele usa 80% das amostras 
para treinamento e 20% dos valores para validação. Para classificação, a amostra é dividida 
estratificada. Para uma divisão estratificada, cada partição de dados tem a mesma proporção 
de rótulos. Para problemas de classificação, é importante ter a mesma proporção de rótulos 
entre os folds de treinamento e classificação. O Data Wrangler treina o modelo XGBoost com os 
hiperparâmetros padrão. Ele aplica a interrupção antecipada dos dados de validação e executa o 
mínimo de pré-processamento de recursos.

Para modelos de classificação, o Data Wrangler retorna um resumo do modelo e uma matriz de 
confusão.

Este é um exemplo de resumo de modelo de classificação. Para saber mais sobre as informações 
que ele retorna, consulte Definições.
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Este é um exemplo de matriz de confusão que o modelo rápido retorna.

Uma matriz de confusão fornece as seguintes informações:

• O número de vezes que o rótulo previsto corresponde ao rótulo verdadeiro.

• O número de vezes que o rótulo previsto não corresponde ao rótulo verdadeiro.

Obtenha insights sobre dados e qualidade dos dados 2254



Amazon SageMaker Guia do Desenvolvedor

O rótulo verdadeiro representa uma observação real em seus dados. Por exemplo, se você está 
usando um modelo para detectar transações fraudulentas, o rótulo verdadeiro representa uma 
transação que é realmente fraudulenta ou não fraudulenta. O rótulo previsto representa o rótulo que 
seu modelo atribui aos dados.

Você pode usar a matriz de confusão para ver o quão bem o modelo prevê a presença ou a ausência 
de uma condição. Se você está prevendo transações fraudulentas, pode usar a matriz de confusão 
para ter uma ideia da sensibilidade e da especificidade do modelo. A sensibilidade se refere à 
capacidade do modelo de detectar transações fraudulentas. A especificidade se refere à capacidade 
do modelo de evitar a detecção de transações não fraudulentas como fraudulentas.

Este é um exemplo de resultados do modelo rápido para um problema de regressão.

Resumo de recursos

Quando você especifica uma coluna de destino, o Data Wrangler ordena os recursos de acordo com 
seu poder de previsão. O poder de previsão é medido nos dados após serem divididos em folds 
de 80% de treinamento e 20% de validação. O Data Wrangler ajusta um modelo para cada recurso 
separadamente no fold de treinamento. Ele aplica o mínimo de pré-processamento de recursos e 
mede a performance da previsão nos dados de validação.

Ele normaliza as pontuações para o intervalo [0,1]. Pontuações de previsão mais altas indicam 
colunas mais úteis para prever o destino sozinhas. Pontuações mais baixas apontam para colunas 
não preditivas da coluna de destino.
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É incomum que uma coluna que não seja preditiva por si só seja preditiva quando usada em 
conjunto com outras colunas. Você pode usar com confiança as pontuações de previsão para 
determinar se um recurso em seu conjunto de dados é preditivo.

Uma pontuação baixa geralmente indica que o recurso é redundante. Uma pontuação de 1 indica 
habilidades preditivas perfeitas, o que geralmente indica vazamento do destino. O vazamento do 
destino geralmente ocorre quando o conjunto de dados contém uma coluna que não está disponível 
no momento da previsão. Por exemplo, pode ser uma duplicata da coluna de destino.

Veja a seguir exemplos da tabela e do histograma que mostram o valor de previsão de cada recurso.
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Amostras

O Data Wrangler fornece informações sobre se suas amostras são anômalas ou se há duplicatas em 
seu conjunto de dados.

O Data Wrangler detecta amostras anômalas usando o algoritmo de floresta de isolamento. A 
floresta de isolamento associa uma pontuação de anomalias a cada amostra (linha) do conjunto 
de dados. Pontuações de anomalias baixas indicam amostras anômalas. Pontuações altas estão 
associadas a amostras não anômalas. Amostras com pontuação de anomalias negativas geralmente 
são consideradas anômalas, e amostras com pontuação de anomalias positivas são consideradas 
não anômalas.

Ao analisar uma amostra que pode ser anômala, recomendamos que você preste atenção aos 
valores incomuns. Por exemplo, você pode ter valores anômalos resultantes de erros na coleta e no 
processamento dos dados. A seguir está um exemplo das amostras mais anômalas de acordo com 
a implementação do algoritmo de floresta de isolamento do Data Wrangler. Recomendamos usar o 
conhecimento do domínio e a lógica de negócios ao examinar as amostras anômalas.

O Data Wrangler detecta linhas duplicadas e calcula a proporção de linhas duplicadas em seus 
dados. Algumas fontes de dados podem incluir duplicatas válidas. Outras fontes de dados podem 
ter duplicatas que apontam para problemas na coleta de dados. Amostras duplicadas resultantes de 
uma coleta de dados incorreta podem interferir nos processos de machine learning que dependem 
da divisão dos dados em folds de treinamento e validação independentes.
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A seguir estão os elementos do relatório de insights que podem ser impactados por amostras 
duplicadas:

• Modelo rápido

• Estimativa do poder de previsão

• Ajuste automático de hiperparâmetros

Você pode remover amostras duplicadas do conjunto de dados usando a transformação Descartar 
duplicata em Gerenciar linhas. O Data Wrangler mostra as linhas duplicadas com mais frequência.

Definições

Estas são as definições dos termos técnicos usados no relatório de insights de dados.

Feature types

A seguir estão as definições para cada um dos tipos de recursos:

• Numérico — Os valores numéricos podem ser flutuantes ou inteiros, como idade ou renda. Os 
modelos de machine learning pressupõem que os valores numéricos são ordenados e uma 
distância é definida sobre eles. Por exemplo, 3 está mais próximo de 4 do que de 10 e 3 < 4 < 
10.

• Categórico — As entradas da coluna pertencem a um conjunto de valores exclusivos, que 
geralmente é muito menor do que o número de entradas na coluna. Por exemplo, uma 
coluna de comprimento 100 pode conter os valores exclusivos Dog, Cat e Mouse. Os valores 
poderiam ser numéricos, de texto ou uma combinação de ambos. Horse, House, 8, Love e
3.1 seriam todos valores válidos e poderiam ser encontrados na mesma coluna categórica. 
O modelo de machine learning não pressupõe ordem ou distância nos valores dos recursos 
categóricos, ao contrário dos recursos numéricos, mesmo quando todos os valores são 
números.

• Binário — Os recursos binários são um tipo especial de recurso categórico no qual a 
cardinalidade do conjunto de valores exclusivos é 2.

• Texto — Uma coluna de texto contém muitos valores exclusivos não numéricos. Em casos 
extremos, todos os elementos da coluna são exclusivos. Em um caso extremo, não há duas 
entradas iguais.

• Datetime — Uma coluna de datetime contém informações sobre a data ou a hora. Ela pode ter 
informações de data e hora.
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Feature statistics

A seguir estão as definições para cada uma das estatísticas dos recursos:

• Poder de previsão – O poder de previsão mede o quão útil a coluna na previsão do destino.

• Valores atípicos (em colunas numéricas) — O Data Wrangler detecta valores atípicos usando 
duas estatísticas que são robustas aos valores atípicos: mediana e desvio padrão robusto 
(RSTD). O RSTD é derivado recortando os valores dos recursos no intervalo [5 percentil, 95 
percentil] e calculando o desvio padrão do vetor recortado. Todos os valores maiores que a 
mediana + 5 * RSTD ou menores que a mediana - 5 * RSTD são considerados atípicos.

• Distorção (em colunas numéricas) — A distorção mede a simetria da distribuição e é definida 
como o terceiro momento da distribuição dividido pela terceira potência do desvio padrão. A 
assimetria da distribuição normal ou de qualquer outra distribuição simétrica é zero. Valores 
positivos implicam que a cauda direita da distribuição é maior que a cauda esquerda. Valores 
positivos implicam que a cauda direita da distribuição é maior que a cauda direita. Como regra 
geral, uma distribuição é considerada distorcida quando o valor absoluto da distorção é maior 
que 3.

• Curtose (em colunas numéricas) — A curtose de Pearson mede o peso da cauda da 
distribuição. Ela é definida como o quarto momento da distribuição dividido pelo quadrado do 
segundo momento. A curtose da distribuição normal é 3. Valores de curtose menores que 3 
implicam que a distribuição está concentrada em torno da média e as caudas são mais claras 
do que as caudas da distribuição normal. Valores de curtose maiores que 3 implicam caudas 
mais pesadas ou valores atípicos.

• Valores ausentes — Objetos semelhantes a Nulo, strings vazias e compostas somente por 
espaços em branco são considerados ausentes.

• Valores válidos para recursos numéricos ou destino de regressão – Todos os valores que você 
pode converter em flutuantes finitos são válidos. Valores ausentes não são válidos.

• Valores válidos para recursos categóricos, binários ou de texto, ou para destino de 
classificação – Todos os valores que não são ausentes são válidos.

• Recursos de datetime — Todos os valores que você pode converter em um objeto de datetime 
são válidos. Valores ausentes não são válidos.

• Valores inválidos – Valores que são ausentes ou que você não pode converter corretamente. 
Por exemplo, em uma coluna numérica, você não pode converter a string "six" ou um valor 
nulo.
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Quick model metrics for regression

A seguir estão as definições para as métricas de modelo rápido:

• R2 ou coeficiente de determinação – R2 é a proporção da variação no destino prevista pelo 
modelo. R2 está no intervalo de [-infty, 1]. 1 é a pontuação do modelo que prevê o destino 
perfeitamente, e 0 é a pontuação do modelo trivial que sempre prevê a média de destino.

• MSE ou erro quadrático médio – MSE está no intervalo [0, infty]. 0 é a pontuação do modelo 
que prevê o destino perfeitamente.

• MAE ou erro absoluto médio – MAE está no intervalo [0, infty] em que 0 é a pontuação do 
modelo que prevê o destino perfeitamente.

• RMSE ou raiz do erro quadrático médio – RMSE está no intervalo [0, infty]. em que 0 é a 
pontuação do modelo que prevê o destino perfeitamente.

• Erro máximo — O valor absoluto máximo do erro no conjunto de dados. O erro máximo está no 
intervalo [0, infty]. 0 é a pontuação do modelo que prevê o destino perfeitamente.

• Erro absoluto médio – O erro absoluto médio está no intervalo [0, infty]. 0 é a pontuação do 
modelo que prevê o destino perfeitamente.

Quick model metrics for classification

A seguir estão as definições para as métricas de modelo rápido:

• Precisão — Precisão é a proporção de amostras que são previstas com precisão. A 
precisão está no intervalo [0, 1]. 0 é a pontuação do modelo que prevê todas as amostras 
incorretamente, e 1 é a pontuação do modelo perfeito.

• Precisão balanceada — A precisão balanceada é a proporção de amostras que são previstas 
com precisão quando os pesos da classe são ajustados para equilibrar os dados. Todas 
as classes têm a mesma importância, independentemente da frequência. A precisão 
balanceada está no intervalo [0, 1]. 0 é a pontuação do modelo que prevê todas as amostras 
incorretamente, e 1 é a pontuação do modelo perfeito.

• AUC (classificação binária) — Essa é a área sob a curva característica de operação do 
receptor. AUC está no intervalo [0, 1] em que um modelo aleatório retorna uma pontuação de 
0,5, e o modelo perfeito retorna uma pontuação de 1.

• AUC (OVR) — Para classificação multiclasse, esta é a área sob a curva característica de 
operação do receptor calculada separadamente para cada rótulo usando um versus rest. 
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O Data Wrangler relata a média das áreas. AUC está no intervalo [0, 1] em que um modelo 
aleatório retorna uma pontuação de 0,5, e o modelo perfeito retorna uma pontuação de 1.

• Precisão – A precisão é definida para uma classe específica. Precisão é a fração de positivos 
verdadeiros de todas as instâncias que o modelo classificou como essa classe. A precisão está 
no intervalo [0, 1]. 1 é a pontuação do modelo que não tem falsos-positivos para a classe. Para 
classificação binária, o Data Wrangler relata a precisão da classe positiva.

• Recall – O recall é definido para uma classe específica. Recall é a fração das instâncias 
de classe relevantes que são recuperadas com sucesso. Recall está no intervalo [0, 1]. 1 
é a pontuação do modelo que classifica todas as instâncias da classe corretamente. Para 
classificação binária, o Data Wrangler relata o recall da classe positiva.

• F1 – F1 é definido para uma classe específica. Ele é a média harmônica da precisão e do 
recall. F1 está no intervalo [0, 1]. 1 é a pontuação do modelo perfeito. Para classificação 
binária, o Data Wrangler relata o F1 da classe com valores positivos.

Textual patterns

Padrões descrevem o formato textual de uma string usando um formato fácil de ler. Estes são 
exemplos de padrões textuais:

• “{digits:4-7}” descreve uma sequência de dígitos com um comprimento entre 4 e 7.

• “{alnum:5}” descreve uma string alfanumérica com um comprimento de exatamente 5.

O Data Wrangler infere os padrões examinando amostras de strings não vazias de seus dados. 
Ele pode descrever muitos dos padrões comumente usados. A confiança expressa como uma 
porcentagem indica qual é a estimativa da correspondência dos dados ao padrão. Usando o 
padrão textual, é possível ver quais linhas de seus dados precisam ser corrigidas ou descartadas.

A seguir, descrevemos os padrões que o Data Wrangler pode reconhecer:

Padrão Formato textual

{alnum} Strings alfanuméricas

{any} Qualquer string de caracteres de palavras

{digits} Uma sequência de dígitos
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Padrão Formato textual

{lower} Uma palavra minúscula

{mixed} Uma palavra com maiúsculas e minúsculas

{name} Uma palavra que começa com uma letra 
maiúscula

{upper} Uma palavra maiúscula

{whitespace} Caracteres de espaço em branco

Um caractere de palavra é um sublinhado ou um caractere que pode aparecer em uma palavra 
em qualquer idioma. Por exemplo, as strings “Hello_word” e “écoute” consistem em caracteres de 
palavras. “H” e “é” são exemplos de caracteres de palavras.

Treine modelos automaticamente em seu fluxo de dados

Você pode usar o Amazon SageMaker Autopilot para treinar, ajustar e implantar modelos 
automaticamente nos dados que você transformou em seu fluxo de dados. O Amazon SageMaker 
Autopilot pode usar vários algoritmos e usar o que funciona melhor com seus dados. Para obter mais 
informações sobre o Amazon SageMaker Autopilot, consulteSageMaker Piloto automático.

Quando você treina e ajusta um modelo, o Data Wrangler exporta seus dados para um local do 
Amazon S3 onde o SageMaker Amazon Autopilot pode acessá-los.

Você pode preparar e implantar um modelo escolhendo um nó no fluxo do Data Wrangler e 
escolhendo Exportar e Treinar na visualização prévia dos dados. Você pode usar esse método para 
visualizar seu conjunto de dados antes de escolher treinar um modelo nele.

Você também pode treinar e implantar um modelo diretamente do seu fluxo de dados.

O procedimento a seguir prepara e implanta um modelo a partir do fluxo de dados. Para fluxos do 
Data Wrangler com transformações de várias linhas, você não pode usar as transformações do fluxo 
do Data Wrangler ao implantar o modelo. É possível usar o procedimento a seguir para processar 
dados antes de usá-los para realizar inferências.

Para treinar e implantar um modelo diretamente do seu fluxo de dados, faça o seguinte.
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1. Escolha o + ao lado do nó que contém os dados de treinamento.

2. Escolha o modelo do treinamento.

3. (Opcional) Especifique uma chave ou ID AWS KMS. Para obter mais informações sobre 
como criar e controlar chaves criptográficas para proteger seus dados, consulte AWS Key 
Management Service.

4. Escolha Exportar e treinar.

5. Depois que o Amazon SageMaker Autopilot treinar o modelo nos dados que o Data Wrangler 
exportou, especifique um nome para o nome do experimento.

6. Em Dados de entrada, escolha Visualizar para verificar se o Data Wrangler exportou 
corretamente seus dados para o Amazon Autopilot. SageMaker

7. Em Destino, escolha a coluna de destino.

8. (Opcional) Para a localização do S3 em Dados de saída, especifique uma localização do 
Amazon S3 diferente da localização padrão.

9. Escolha Avançar: método de treinamento.

10. Escolha um método de treinamento. Para ter mais informações, consulte Modos de treinamento.

11. (Opcional) Em endpoint de implantação automática, especifique um nome para o endpoint.

12. Para a Opção Implantação, escolha um método de implantação. Você pode optar por implantar 
com ou sem as transformações que você fez em seus dados.

Important

Você não pode implantar um modelo Amazon SageMaker Autopilot com as 
transformações que você fez em seu fluxo do Data Wrangler. Para obter mais 
informações sobre transformações, consulte Exportar para um endpoint de inferência.

13. Selecione Próximo: review and create.

14. Selecione Create experiment (Criar experimento).

Para obter mais informações sobre treinamento e implantação de modelo, consulte Crie um trabalho 
de regressão ou classificação para dados tabulares usando a API AutoML. O Autopilot mostra 
análises sobre o melhor desempenho do modelo. Para obter mais informações sobre desempenho, 
consulte Exibir um relatório de desempenho do modelo de Autopilot.
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Dados de transformação

O Amazon SageMaker Data Wrangler fornece várias transformações de dados de ML para 
agilizar a limpeza, a transformação e a caracterização de seus dados. Quando você adiciona uma 
transformação, ela adiciona uma etapa ao fluxo de dados. Cada transformação que você adiciona 
modifica seu conjunto de dados e gera um novo dataframe. Todas as transformações subsequentes 
se aplicam ao dataframe resultante.

O Data Wrangler inclui transformações embutidas, que você pode usar para transformar colunas 
sem a necessidade de código. Você também pode adicionar transformações personalizadas usando 
PySpark Python (função definida pelo usuário), pandas e SQL. PySpark Algumas transformações 
operam no local, enquanto outras criam uma nova coluna de saída no seu conjunto de dados.

Você pode aplicar transformações em várias colunas ao mesmo tempo. Por exemplo, você pode 
excluir várias colunas em uma única etapa.

Você pode aplicar o processo numérico e lidar com as transformações ausentes somente em uma 
única coluna.

Use esta página para saber mais sobre essas transformações integradas e personalizadas.

Interface de usuário da transformação

A maioria das transformações integradas está localizada na guia Preparar interface do usuário 
do Data Wrangler. Você pode acessar as transformações de união e concatenação através da 
visualização do fluxo de dados. Use a tabela a seguir para ter uma prévia dessas duas visualizações.

Transform

Você pode adicionar uma transformação a qualquer etapa do seu fluxo de dados. Use o 
procedimento a seguir para adicionar uma transformação ao fluxo de dados.

Para adicionar uma etapa ao fluxo de dados, faça o seguinte:

1. Escolha o ícone + ao lado da etapa no fluxo de dados.

2. Escolha Adicionar transformação.

3. Escolha Adicionar etapa.
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4. Escolha uma transformação.

5. (Opcional) Você pode pesquisar a transformação que deseja usar. O Data Wrangler destaca 
a consulta nos resultados.
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Join View

Para associar dois conjuntos de dados, selecione o primeiro conjunto de dados em seu fluxo de 
dados e escolha Unir. Ao escolher Unir, você verá resultados semelhantes aos mostrados na 
imagem a seguir. Seus conjuntos de dados esquerdo e direito são exibidos no painel esquerdo. O 
painel principal exibe o fluxo de seus dados, com o conjunto de dados recém-unido adicionado.
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Ao escolher Unir para configurar sua associação, você verá resultados semelhantes aos 
mostrados na imagem a seguir. Sua configuração de junção é exibida no painel esquerdo. Você 
pode usar esse painel para escolher o nome do conjunto de dados unido, o tipo de junção e as 
colunas a serem unidas. O painel principal exibe três tabelas. As duas tabelas superiores exibem 
os conjuntos de dados esquerdo e direito à esquerda e à direita, respectivamente. Nessa tabela, 
você pode visualizar o conjunto de dados associado.

Dados de transformação 2267



Amazon SageMaker Guia do Desenvolvedor

Para saber mais, consulte Unir conjuntos de dados.

Concatenate View

Para concatenar dois conjuntos de dados, você seleciona o primeiro conjunto de dados em seu 
fluxo de dados e escolhe a opção Concatenar. Ao escolher Concatenar, você verá resultados 
semelhantes aos mostrados na imagem a seguir. Seus conjuntos de dados esquerdo e direito 
são exibidos no painel esquerdo. O painel principal exibe o fluxo dos seus dados, com o conjunto 
de dados recém-concatenado adicionado.
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Quando você escolhe Configurar para ajustar a sua concatenação, você verá resultados 
semelhantes aos mostrados na imagem a seguir. Sua configuração de concatenação é exibida 
no painel esquerdo. Você pode usar esse painel para escolher o nome do conjunto de dados 
concatenado e optar por remover duplicatas após a concatenação e adicionar colunas para 
indicar o dataframe de origem. O painel principal exibe três tabelas. As duas tabelas superiores 
exibem os conjuntos de dados esquerdo e direito à esquerda e à direita, respectivamente. Abaixo 
desta tabela, você pode visualizar uma prévia do conjunto de dados concatenado.
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Para saber mais, consulte Concatenar conjuntos de dados.

Unir conjuntos de dados

Você uni dataframes diretamente em seu fluxo de dados. Quando você associa dois conjuntos de 
dados, o conjunto resultante aparece no seu fluxo. Os seguintes tipos de união são suportados pelo 
Data Wrangler.

• Externo esquerdo - Inclua todas as linhas da tabela esquerda. Se o valor para a coluna na qual a 
associação foi feita em uma linha da tabela da esquerda não corresponder a nenhum valor nas 
linhas da tabela da direita, essa linha conterá valores nulos para todas as colunas da tabela da 
direita na tabela resultante.

• Anti esquerdo — Inclui linhas da tabela à esquerda que não contêm valores na tabela à direita 
para a coluna unida.

• Semi esquerda — Inclui uma única linha da tabela à esquerda para todas as linhas idênticas que 
atendem aos critérios na instrução de união. Isso exclui linhas duplicadas da tabela à esquerda 
que correspondam aos critérios da união.
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• Externo direito — Inclua todas as linhas da tabela à direita. Se o valor da coluna unida em uma 
linha direita da tabela não corresponder a nenhum valor da linha esquerda da tabela, essa linha 
conterá valores nulos para todas as colunas da tabela esquerda na tabela unida.

• Interno - Inclua linhas das tabelas esquerda e direita que contêm valores correspondentes na 
coluna unida.

• Exterior completo — Inclua todas as linhas das tabelas esquerda e direita. Se o valor da linha para 
a coluna de união em qualquer uma das tabelas não coincidir, linhas separadas são criadas na 
tabela resultante da união. Se uma linha não tiver um valor para uma coluna na tabela unida, será 
inserido um valor nulo para essa coluna.

• Produto Cartesiano - Inclui as linhas que combinam cada linha da primeira tabela com cada linha 
da segunda tabela. Esse é um produto cartesiano de linhas de tabelas na união. O resultado 
desse produto é o tamanho da tabela da esquerda multiplicado pelo tamanho da tabela da direita. 
Portanto, recomendamos cautela ao usar essa união entre conjuntos de dados muito grandes.

Use o procedimento a seguir para unir dois dataframes.

1. Selecione + ao lado do dataframe esquerdo que você deseja unir. O primeiro dataframe que 
você seleciona é sempre a tabela à esquerda em sua união.

2. Selecionar Unir.

3. Selecione o dataframe correto. O segundo dataframe que você seleciona é sempre a tabela à 
direita em sua união.

4. Escolha Configurar para configurar sua união.

5. Dê um nome ao conjunto de dados unido usando o campo Nome.

6. Selecione um Unir tipo.

7. Selecione uma coluna das tabelas esquerda e direita para unir.

8. Escolha Aplicar para visualizar o conjunto de dados unido à direita.

9. Para adicionar a tabela unida ao seu fluxo de dados, escolha Adicionar.

Concatenar conjuntos de dados

Concatenar dois conjuntos de dados:

1. Escolha + ao lado do quadro de dados esquerdo que você deseja concatenar. O primeiro 
dataframe que você seleciona é sempre a tabela à esquerda em sua união.
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2. Escolha Concatenar.

3. Selecione o dataframe correto. O segundo dataframe que você seleciona é sempre a tabela à 
direita em sua união.

4. Escolha Configurar para configurar sua concatenação.

5. Dê um nome ao conjunto de dados unido usando o campo Nome.

6. (Opcional) Marque a caixa de seleção ao lado de Remover duplicatas após a concatenação para 
remover colunas duplicadas.

7. (Opcional) Marque a caixa de seleção ao lado de Adicionar coluna para indicar o dataframe de 
origem se, para cada coluna no novo conjunto de dados, você quiser adicionar um indicador da 
origem da coluna.

8. Escolha Aplicar para visualizar o novo conjunto de dados.

9. Escolha Adicionar para adicionar um novo conjunto de dados ao seu fluxo de dados.

Dados da balança

Você pode equilibrar os dados dos conjuntos de dados com uma categoria sub-representada. 
O balanceamento de um conjunto de dados pode ajudar você a criar modelos melhores para 
classificação binária.

Note

Você não pode balancear conjuntos de dados contendo vetores de coluna.

Você pode usar a operação Balancear dados para equilibrar seus dados usando um dos seguintes 
operadores:

• Sobreamostragem aleatória — Duplica aleatoriamente amostras na categoria minoritária. Por 
exemplo, se você está tentando detectar fraudes, talvez só tenha casos de fraude em 10% dos 
seus dados. Para uma proporção igual de casos fraudulentos e não fraudulentos, esse operador 
duplica aleatoriamente os casos de fraude no conjunto de dados 8 vezes.

• Subamostragem aleatória — Aproximadamente equivalente à sobreamostragem aleatória. 
Remove aleatoriamente amostras da categoria super-representada para obter a proporção de 
amostras desejada.
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• Técnica de Oversampling Sintético de Minorias (SMOTE) — Usa amostras da categoria sub-
representada para interpolar novas amostras sintéticas de minorias. Para obter mais informações 
sobre o SMOTE, consulte a descrição a seguir.

Você pode usar todas as transformações para conjuntos de dados contendo recursos numéricos e 
não numéricos. O SMOTE interpola valores usando amostras vizinhas. O Data Wrangler utiliza a 
distância R-quadrado para determinar o entorno no qual interpolar as amostras adicionais. O Data 
Wrangler usa somente recursos numéricos para calcular as distâncias entre amostras no grupo sub-
representado.

Para dois exemplos reais no grupo sub-representado, o Data Wrangler interpola os recursos 
numéricos usando uma média ponderada. Ele atribui pesos aleatoriamente a essas amostras na 
faixa de [0, 1]. Para recursos numéricos, o Data Wrangler interpola amostras usando uma média 
ponderada das amostras. Para as amostras A e B, o Data Wrangler pode atribuir aleatoriamente um 
peso de 0,7 a A e 0,3 a B. A amostra interpolada tem um valor de 0,7A + 0,3B.

O Data Wrangler interpola atributos não numéricos copiando de qualquer uma das amostras reais 
interpoladas. Ele copia as amostras com uma probabilidade que é atribuída aleatoriamente a cada 
amostra. Para as amostras A e B, ele pode atribuir probabilidades de 0,8 a A e 0,2 a B. Para as 
probabilidades atribuídas, ele copia A 80% das vezes.

Transformações personalizadas

O grupo Transformações personalizadas permite que você use Python (função definida pelo usuário) 
PySpark, pandas PySpark ou (SQL) para definir transformações personalizadas. Para todas as três 
opções, você usa a variável df para acessar o dataframe ao qual deseja aplicar a transformação. 
Para aplicar seu código personalizado ao seu dataframe, atribua ao dataframe as transformações 
que você fez na variável. df Se você não estiver usando Python (função definida pelo usuário), você 
não precisará incluir uma instrução de retorno. Escolha Visualizar para visualizar o resultado da 
transformação personalizada. Escolha Adicionar para adicionar a transformação personalizada à sua 
lista de etapas anteriores.

Você pode importar as bibliotecas populares com uma import instrução no bloco de código de 
transformação personalizado, como a seguinte:

• NumPy versão 1.19.0

• scikit-learn versão 0.23.2

• SciPy versão 1.5.4
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• pandas versão 1.0.3

• PySpark versão 3.0.0

Important

A opção Personalizar transformação não suporta colunas com espaços ou caracteres 
especiais no nome. Recomendamos que você especifique nomes de colunas que tenham 
somente caracteres alfanuméricos e sublinhados. Você pode usar a transformação
Renomear coluna no grupo Gerenciar transformação de colunas para remover espaços 
do nome de uma coluna. Você também pode adicionar uma transformação personalizada
em Python (Pandas) semelhante à seguinte para remover espaços de várias colunas em 
uma única etapa. Este exemplo altera as colunas nomeadas A column e B column para
A_column e B_column respectivamente.

df.rename(columns={"A column": "A_column", "B column": "B_column"})

Se você incluir instruções de impressão no bloco de código, o resultado será exibido quando você 
selecionar Visualizar. Você pode redimensionar o painel do transformador de código personalizado. 
O redimensionamento do painel fornece mais espaço para escrever código. A seguinte imagem 
mostra o redimensionamento do painel.
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As seções a seguir fornecem contexto adicional e exemplos para escrever código de transformação 
personalizado.

Python (função definida pelo usuário)

A função Python oferece a capacidade de escrever transformações personalizadas sem precisar 
conhecer o Apache Spark ou os pandas. O Data Wrangler é otimizado para executar seu código 
personalizado rapidamente. Você obtém desempenho semelhante usando código Python 
personalizado e um plug-in Apache Spark.

Para usar o bloco de código Python (função definida pelo usuário), você especifica o seguinte:

• Coluna de entrada — A coluna de entrada na qual você está aplicando a transformação.

• Modo — O modo de script, pandas ou Python.

• Tipo de retorno — O tipo de dados do valor que você está retornando.

Usar o modo pandas oferece melhor desempenho. O modo Python facilita a escrita de 
transformações ao permitir o uso de funções puramente em Python.
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O vídeo a seguir mostra um exemplo de como usar código personalizado para criar uma 
transformação. Ele usa o conjunto de dados do Titanic para criar uma coluna com a saudação da 
pessoa.

PySpark

O exemplo a seguir extrai data e hora de um timestamp.

from pyspark.sql.functions import from_unixtime, to_date, date_format
df = df.withColumn('DATE_TIME', from_unixtime('TIMESTAMP'))
df = df.withColumn( 'EVENT_DATE', to_date('DATE_TIME')).withColumn(
'EVENT_TIME', date_format('DATE_TIME', 'HH:mm:ss'))

pandas

O exemplo a seguir fornece uma visão geral do dataframe ao qual você está adicionando 
transformações.

df.info()

PySpark (SQL)
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O exemplo a seguir cria um novo dataframe com quatro colunas: nome, tarifa, classe, sobreviveu.

SELECT name, fare, pclass, survived FROM df

Se você não sabe como usar PySpark, pode usar trechos de código personalizados para ajudar você 
a começar.

O Data Wrangler tem uma coleção que pode ser pesquisada de trechos de código. Você pode usar 
trechos de código para realizar tarefas como descartar colunas, agrupar por colunas ou modelar.

Para usar um trecho de código, escolha Pesquisar trechos de exemplo e especifique uma consulta 
na barra de pesquisa. O texto especificado na consulta não precisa corresponder exatamente ao 
nome do trecho de código.

O exemplo a seguir mostra um trecho de código Excluir linhas duplicadas que pode excluir linhas 
com dados semelhantes no seu conjunto de dados. Você pode encontrar o trecho de código 
pesquisando uma das seguintes opções:

• Duplica

• Idêntico

• Remover

O trecho a seguir tem comentários para ajudar você a entender as alterações que você precisa fazer. 
Para a maioria dos trechos, você deve especificar os nomes das colunas do seu conjunto de dados 
no código.

# Specify the subset of columns
# all rows having identical values in these columns will be dropped

subset = ["col1", "col2", "col3"]
df = df.dropDuplicates(subset)   

# to drop the full-duplicate rows run
# df = df.dropDuplicates()             
                         
         

Para usar um trecho, copie e cole seu conteúdo no campo Transformação personalizada. Você pode 
copiar e colar vários trechos de código no campo de transformação personalizado.
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Personalizar fórmula

Use a opção Personalizar fórmula para definir uma nova coluna usando uma expressão do Spark 
SQL para consultar dados no dataframe atual. A consulta deve usar as convenções das expressões 
SQL do Spark.

Important

A opção Personalizar transformação não suporta colunas com espaços ou caracteres 
especiais no nome. Recomendamos que você especifique nomes de colunas que tenham 
somente caracteres alfanuméricos e sublinhados. Você pode usar a transformação
Renomear coluna no grupo Gerenciar transformação de colunas para remover espaços 
do nome de uma coluna. Você também pode adicionar uma transformação personalizada
em Python (Pandas) semelhante à seguinte para remover espaços de várias colunas em 
uma única etapa. Este exemplo altera as colunas nomeadas A column e B column para
A_column e B_column respectivamente.

df.rename(columns={"A column": "A_column", "B column": "B_column"})

Você pode usar essa transformação para realizar operações em colunas, referenciando as colunas 
pelo nome. Por exemplo, supondo que o dataframe atual contenha colunas chamadas col_a e col_b, 
você pode usar a operação a seguir para produzir uma coluna de saída que seja o produto dessas 
duas colunas com o código a seguir:

col_a * col_b

Outras operações comuns incluem as seguintes, supondo que um dataframe contenha col_a
colunas: col_b

• Concatene duas colunas: concat(col_a, col_b)

• Adicione duas colunas: col_a + col_b

• Subtraia duas colunas: col_a - col_b

• Divida duas colunas: col_a / col_b

• Pegue o valor absoluto de uma coluna: abs(col_a)
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Para obter mais informações, consulte a documentação do Spark sobre a seleção de dados.

Reduza a dimensionalidade em um conjunto de dados

Reduza a dimensionalidade em seus dados usando a Análise de Componentes Principais (PCA). A 
dimensionalidade do seu conjunto de dados corresponde ao número de recursos. Ao usar a redução 
de dimensionalidade no Data Wrangler, você obtém um novo conjunto de atributos chamados 
componentes. Cada componente é responsável por alguma variabilidade nos dados.

O primeiro componente é responsável pela maior quantidade de variação nos dados. O segundo 
componente é responsável pela segunda maior variação nos dados e assim por diante.

Você pode usar a redução de dimensionalidade para diminuir o tamanho dos conjuntos de dados 
usados para treinar modelos. Em vez de usar os atributos do seu conjunto de dados, você pode usar 
os componentes principais.

Para realizar o PCA, o Data Wrangler cria eixos para seus dados. Um eixo é uma combinação afim 
de colunas no seu conjunto de dados. O primeiro componente principal é o valor no eixo que tem 
a maior quantidade de variância. O segundo componente principal é o valor no eixo que possui 
a segunda maior quantidade de variação. O enésimo componente principal é o valor no eixo que 
possui a enésima maior quantidade de variação.

Você pode configurar o número de componentes principais que o Data Wrangler retorna. Você 
pode especificar diretamente o número de componentes principais ou especificar a porcentagem 
do limite de variação. Cada componente principal explica uma quantidade de variação nos dados. 
Por exemplo, você pode ter um componente principal com um valor de 0,5. O componente explicaria 
50% da variação nos dados. Quando você especifica uma porcentagem de limite de variação, o Data 
Wrangler retorna o menor número de componentes que atendem à porcentagem especificada.

A seguir estão exemplos de componentes principais com a quantidade de variação que eles 
explicam nos dados.

• Componente 1 — 0,5

• Componente 2 — 0,45

• Componente 3 — 0,05

Se você especificar uma porcentagem de limite de variação de 94 ou 95, o Data Wrangler retornará 
o Componente 1 e o Componente 2. Se você especificar uma porcentagem de limite de variação de
96, o Data Wrangler retornará todos os três componentes principais.
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É possível usar o procedimento a seguir para executar o PCA em seu conjunto de dados.

Para executar o PCA em seu conjunto de dados, faça o seguinte:

1. Abra seu fluxo de dados do Data Wrangler.

2. Escolha o + e selecione Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Redução de Dimensionalidade.

5. Em Colunas de entrada, escolha os recursos que você está reduzindo aos componentes 
principais.

6. (Opcional) Em Número de componentes principais, escolha o número de componentes 
principais que o Data Wrangler retorna em seu conjunto de dados. Se especificar um valor para 
o campo, você não poderá especificar um valor para a porcentagem do limite de variação.

7. (Opcional) Para Porcentagem do limite de variação, especifique a porcentagem de variação 
nos dados que você deseja explicar pelos componentes principais. O Data Wrangler usará o 
valor padrão de 95 se você não especificar um valor para o limite de variância. Você não pode 
especificar uma porcentagem de limite de variação se tiver especificado um valor para Número 
de componentes principais.

8. (Opcional) Desmarque a opção Centralizar para não usar a média das colunas como centro dos 
dados. Por padrão, o Data Wrangler centraliza os dados com a média antes do escalonamento.

9. (Opcional) Desmarque a opção Escalar para não dimensionar os dados com o desvio padrão da 
unidade.

10. (Opcional) Escolha Colunas para produzir os componentes em colunas separadas. Escolha
Vetor para gerar os componentes como um único vetor.

11. (Opcional) Em Coluna de saída, especifique um nome para uma coluna de saída. Se você 
estiver enviando os componentes em colunas separadas, o nome especificado será um prefixo. 
Se você estiver enviando os componentes para um vetor, o nome especificado será o nome da 
coluna vetorial.

12. (Opcional) Selecione Manter colunas de entrada. Não recomendamos selecionar essa opção se 
você planeja usar apenas os componentes principais para treinar seu modelo.

13. Escolha Preview (Pré-visualizar).

14. Escolha Adicionar.
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Codificar categórico

Os dados categóricos geralmente são compostos por um número finito de categorias, onde cada 
categoria é representada por um segmento. Por exemplo, se você tiver uma tabela de dados de 
clientes, uma coluna que indica o país em que a pessoa mora é categórica. As categorias seriam
Afeganistão, Albânia, Argélia e assim por diante. Os dados categóricos podem ser nominais ou
ordinais. As categorias ordinais têm uma ordem inerente e as categorias nominais não. O grau mais
alto obtido (ensino médio, bacharelado, mestrado, etc.) é um exemplo de categorias ordinais.

Codificar dados categóricos é o processo de criar uma representação numérica para categorias. Por 
exemplo, se suas categorias são Cachorro e Gato, você pode codificar essas informações em dois 
vetores, [1,0] para representar Cachorro e [0,1] para representar Gato.

Ao codificar categorias ordinais, talvez seja necessário traduzir a ordem natural das categorias em 
sua codificação. Por exemplo, você pode representar o grau mais alto obtido com o seguinte mapa:
{"High school": 1, "Bachelors": 2, "Masters":3}.

Use codificação categórica para codificar dados categóricos que estão no formato de segmento em 
matrizes de números inteiros.

Os codificadores categóricos do Data Wrangler criam codificações para todas as categorias 
que existem em uma coluna no momento em que a etapa é definida. Se novas categorias foram 
adicionadas a uma coluna quando você inicia uma tarefa do Data Wrangler para processar seu 
conjunto de dados no momento t, e essa coluna foi a entrada para uma transformação da codificação 
categórica do Data Wrangler no momento t-1, essas novas categorias serão consideradas ausentes
na tarefa do Data Wrangler. A opção selecionada para Estratégia de tratamento inválida é aplicada a 
esses valores ausentes. Exemplos de quando isso pode ocorrer são:

• Quando você usa um arquivo.flow para criar uma tarefa do Data Wrangler para processar um 
conjunto de dados que foi atualizado após a criação do fluxo de dados. Por exemplo, você pode 
usar um fluxo de dados para processar regularmente os dados de vendas a cada mês. Se esses 
dados de vendas forem atualizados semanalmente, novas categorias poderão ser introduzidas em 
colunas para as quais uma etapa categórica de codificação é definida.

• Quando você seleciona Amostragem ao importar seu conjunto de dados, algumas categorias 
podem ser deixadas de fora da amostra.

Nessas situações, essas novas categorias são consideradas valores ausentes no trabalho do Data 
Wrangler.
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Você pode escolher e configurar uma codificação ordinal e uma codificação única. Use as seguintes 
seções para saber mais sobre essas opções.

Ambas as transformações criam uma nova coluna chamada Nome da coluna de saída. Você 
especifica o formato de saída dessa coluna com o estilo de saída:

• Selecione Vetor para produzir uma única coluna com um vetor esparso.

• Selecione Colunas para criar uma coluna para cada categoria com uma variável indicadora para 
determinar se o texto na coluna original contém um valor igual a essa categoria.

Codificação ordinal

Selecione Codificação ordinal para codificar categorias em um número inteiro entre 0 e o número 
total de categorias na coluna de entrada selecionada.

Estratégia de tratamento inválida: selecione um método para lidar com valores inválidos ou ausentes.

• Escolha Ignorar se quiser omitir as linhas com valores ausentes.

• Escolha Manter para manter os valores ausentes como a última categoria.

• Escolha Erro se quiser que o Data Wrangler gere um erro se forem encontrados valores ausentes 
na coluna de entrada.

• Escolha Substituir por NaN para substituir o ausente por NaN. Essa opção é recomendada se seu 
algoritmo de ML puder lidar com valores ausentes. Caso contrário, as três primeiras opções dessa 
lista podem produzir melhores resultados.

Codificação One-Hot

Selecione Codificação única para Transformar para usar a codificação única. Configure essa 
transformação usando o seguinte:

• Eliminar a última categoria: se True a última categoria não tiver um índice correspondente na 
codificação one-hot. Quando valores ausentes são possíveis, uma categoria ausente é sempre a 
última e definir isso True significa que um valor ausente resulta em um vetor totalmente zero.

• Estratégia de tratamento inválida: selecione um método para lidar com valores inválidos ou 
ausentes.

• Escolha Ignorar se quiser omitir as linhas com valores ausentes.

• Escolha Manter para manter os valores ausentes como a última categoria.
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• Escolha Erro se quiser que o Data Wrangler gere um erro se forem encontrados valores 
ausentes na coluna de entrada.

• A entrada é codificada ordinalmente: selecione essa opção se o vetor de entrada contiver dados 
codificados ordinais. Essa opção exige que os dados de entrada contenham números inteiros não 
negativos. Se Verdadeiro, a entrada i é codificada como um vetor com um valor diferente de zero 
no local i.

Codificação de similaridade

Use a codificação de similaridade quando você tiver o seguinte:

• Um grande número de variáveis categóricas

• Dados ruidosos

O codificador de similaridade cria incorporações para colunas com dados categóricos. Uma 
incorporação é uma correspondência de objetos discretos, como palavras, para vetores de números 
reais. Codifica segmentos semelhantes em vetores contendo valores semelhantes. Por exemplo, ele 
cria codificações muito semelhantes para “California” e “Calfornia”.

O Data Wrangler converte cada categoria em seu conjunto de dados em um conjunto de tokens 
usando um tokenizador de 3 gramas. Ele converte os tokens em uma incorporação usando a 
codificação min-hash.

O exemplo a seguir mostra como o codificador de similaridade cria vetores a partir de segmentos.
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As codificações de similaridade que o Data Wrangler cria:

• Têm baixa dimensionalidade

• São escaláveis para um grande número de categorias

• São robustos e resistentes ao ruído

Pelas razões anteriores, a codificação por similaridade é mais versátil do que a codificação one-hot.
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Para adicionar a transformação de codificação de similaridade ao seu conjunto de dados, use o 
procedimento a seguir.

Para usar a codificação de similaridade, faça o seguinte:

1. Faça login no Amazon SageMaker Console.

2. Escolha Open Studio Classic.

3. Escolha Iniciar aplicativo.

4. Escolha Studio.

5. Especifique seu fluxo de dados.

6. Escolha uma etapa com uma transformação.

7. Escolha Adicionar etapa.

8. Escolha Codificar categórico.

9. Especifique o seguinte:

• Transformação — Codificação por similaridade

• Coluna de entrada — A coluna que contém os dados categóricos que você está codificando.

• Dimensão de destino — (Opcional) A dimensão do vetor de incorporação categórica. O 
valor padrão é 30. Recomendamos usar uma dimensão alvo maior se você tiver um grande 
conjunto de dados com muitas categorias.

• Estilo de saída — Escolha Vetor para um único vetor com todos os valores codificados. 
Escolha Coluna para ter os valores codificados em colunas separadas.

• Coluna de saída — (Opcional) O nome da coluna de saída para uma saída codificada em 
vetor. Para uma saída codificada em coluna, esse é o prefixo dos nomes das colunas seguido 
pelo número listado.

Caracterizar texto

Use o grupo de transformação Caracterizar texto para inspecionar colunas digitadas por segmento e 
use a incorporação de texto para destacar essas colunas.

Esse grupo de atributos contém dois atributos, estatísticas de caracteres e vetorização. Use as 
seções a seguir para saber mais sobre essas transformações. Para ambas as opções, a coluna de 
entrada deve conter dados de texto (tipo segmento).
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Estatísticas de personagens

Use estatísticas de caracteres para gerar estatísticas para cada linha em uma coluna contendo 
dados de texto.

Essa transformação calcula as seguintes proporções e contagens para cada linha e cria uma nova 
coluna para relatar o resultado. A nova coluna é nomeada usando o nome da coluna de entrada 
como um prefixo e um sufixo específico da proporção ou contagem.

• Número de palavras: o número total de palavras nessa linha. O sufixo dessa coluna de saída é-
stats_word_count.

• Número de caracteres: o número total de caracteres nessa linha. O sufixo dessa coluna de saída 
é-stats_char_count.

• Proporção maior: o número de caracteres maiúsculos, de A a Z, dividido por todos os caracteres 
na coluna. O sufixo dessa coluna de saída é-stats_capital_ratio.

• Proporção menor: o número de caracteres minúsculos, de a a z, dividido por todos os caracteres 
da coluna. O sufixo dessa coluna de saída é -stats_lower_ratio.

• Proporção de dígitos: A proporção de dígitos em uma única linha sobre a soma dos dígitos na 
coluna de entrada. O sufixo dessa coluna de saída é-stats_digit_ratio.

• Proporção de caracteres especiais: a proporção de caracteres não alfanuméricos (como #$&%:@) 
em relação à soma de todos os caracteres na coluna de entrada. O sufixo dessa coluna de saída é
-stats_special_ratio.

Vetorizar

A incorporação de texto envolve o mapeamento de palavras ou frases de um vocabulário para 
vetores de números reais. Use a transformação de incorporação de texto do Data Wrangler para 
tokenizar e vetorizar dados de texto em vetores de frequência de documento inversa de frequência 
de termo (TF-IDF).

Quando o TF-IDF é calculado para uma coluna de dados de texto, cada palavra de cada frase é 
convertida em um número real que representa sua importância semântica. Números mais altos estão 
associados a palavras menos frequentes, que tendem a ser mais significativas.

Quando você define uma etapa de transformação Vetorizar, o Data Wrangler usa os dados em seu 
conjunto de dados para definir o vetorizador de contagem e os métodos TF-IDF. A execução de um 
trabalho do Data Wrangler usa esses mesmos métodos.
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Você configura essa transformação usando o seguinte:

• Nome da coluna de saída: essa transformação cria uma nova coluna com a incorporação do texto. 
Use esse campo para especificar um nome para essa coluna de saída.

• Tokenizador: um tokenizador converte a frase em uma lista de palavras ou tokens.

Escolha Padrão para usar um tokenizador que divide por espaço em branco e converte cada 
palavra em minúsculas. Por exemplo, "Good dog" é tokenizado para ["good","dog"].

Escolha Personalizar para usar um tokenizador personalizado. Se você escolher Personalizar, 
poderá usar os seguintes campos para configurar o tokenizador:

• Tamanho mínimo do token: o tamanho mínimo, em caracteres, para que um token seja válido. 
Padronizado como 1. Por exemplo, se você especificar 3 o tamanho mínimo do token, palavras 
como a, at, in são retiradas da frase tokenizada.

• O regex deve ser dividido em lacunas: Se selecionado, o regex divide em lacunas. Caso 
contrário, ele corresponderá aos tokens. Padronizado como True.

• Padrão Regex: o padrão que define o processo de tokenização. Padronizado como ' \\ s+'.

• Para minúsculas: se escolhido, o Data Wrangler converte todos os caracteres em minúsculas 
antes da tokenização. Padronizado como True.

Para saber mais, consulte a documentação do Spark sobre o Tokenizer.

• Vetorizador: o vetorizador converte a lista de tokens em um vetor numérico esparso. Cada token 
corresponde a um índice no vetor e um valor diferente de zero indica a existência do token na 
frase de entrada. Você pode escolher entre duas opções de vetorização, Count e Hashing.

• A vetorização de contagem permite personalizações que filtram tokens pouco frequentes ou 
muito comuns. Os parâmetros de vetorização de contagem incluem o seguinte:

• Frequência mínima do termo: em cada linha, os termos (tokens) com menor frequência são 
filtrados. Se você especificar um número inteiro, este será um limite absoluto (inclusivo). Se 
você especificar uma fração entre 0 (inclusive) e 1, o limite será relativo à contagem total de 
termos. Padronizado como 1.

• Frequência mínima do documento: número mínimo de linhas nas quais um termo (token) 
deve aparecer para ser incluído. Se você especificar um número inteiro, este será um limite 
absoluto (inclusivo). Se você especificar uma fração entre 0 (inclusive) e 1, o limite será 
relativo à contagem total de termos. Padronizado como 1.

• Frequência máxima de documentos: Número máximo de documentos (linhas) nos quais um 
termo (token) pode aparecer incluído. Se você especificar um número inteiro, este será um 
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limite absoluto (inclusivo). Se você especificar uma fração entre 0 (inclusive) e 1, o limite será 
relativo à contagem total de termos. Padronizado como 0.999.

• Tamanho máximo do vocabulário: tamanho máximo do vocabulário. O vocabulário é composto 
por todos os termos (tokens) em todas as linhas da coluna. Padronizado como 262144.

• Saídas binárias: se selecionadas, as saídas vetoriais não incluem o número de aparições de 
um termo em um documento, mas são um indicador binário de sua aparência. Padronizado 
como False.

Para saber mais sobre essa opção, consulte a documentação do Spark em CountVectorizer.

• O hashing é computacionalmente mais rápido. Os parâmetros de vetorização de hashing
incluem o seguinte:

• Número de atributos durante o hash: um vetorizador de hash mapeia tokens para um índice 
vetorial de acordo com seu valor de hash. Esse atributo determina o número de valores de 
hash possíveis. Valores grandes resultam em menos colisões entre valores de hash, mas em 
um vetor de saída de maior dimensão.

Para saber mais sobre essa opção, consulte a documentação do Spark em FeatureHasher

• O Apply IDF aplica uma transformação IDF, que multiplica a frequência do termo pela frequência 
inversa padrão do documento usada para incorporação TF-IDF. Os parâmetros IDF incluem o 
seguinte:

• Frequência mínima do documento: número mínimo de documentos (linhas) nos quais um 
termo (token) deve aparecer para ser incluído. Se count_vectorize for o vetorizador escolhido, 
recomendamos que você mantenha o valor padrão e modifique somente o campo min_doc_freq
nos parâmetros de vetorização de contagem. Padronizado como 5.

• Formato de saída: o formato de saída de cada linha.

• Selecione Vetor para produzir uma única coluna com um vetor esparso.

• Selecione Nivelado para criar uma coluna para cada categoria com uma variável indicadora 
para saber se o texto na coluna original contém um valor igual a essa categoria. Você só pode 
escolher achatado quando Vetorizador é definido como vetorizador de contagem.

Séries temporais de transformações

No Data Wrangler, você pode transformar dados de séries temporais. Os valores em um conjunto 
de dados de série temporal são indexados em um horário específico. Por exemplo, um conjunto 
de dados que mostra o número de clientes em uma loja para cada hora do dia é um conjunto de 
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dados de séries temporais. A tabela a seguir mostra um exemplo de um conjunto de dados de séries 
temporais.

Número horário de clientes em uma loja

Número de clientes Hora (hora)

4 09:00

10 10:00

14 11:00

25 12:00

20 13:00

18 14:00

Para a tabela anterior, a coluna Número de clientes contém os dados de séries temporais. Os dados 
da série temporal são indexados nos dados horários na coluna Tempo (hora).

Talvez seja necessário realizar uma série de transformações em seus dados para obtê-los 
em um formato que possa ser usado em sua análise. Use o grupo de transformação de séries 
temporais para transformar seus dados de séries temporais. Para obter mais informações sobre as 
transformações que você pode executar, consulte as seções a seguir.

Tópicos

• Agrupar por uma série temporal

• Reamostragem de dados de séries temporais

• Lidar com dados de séries temporais ausentes

• Valide o timestamp de seus dados de séries temporais

• Padronizando a duração da série temporal

• Extraia recursos de seus dados de séries temporais

• Use atributos atrasados de seus dados de séries temporais

• Crie um intervalo de data e hora em sua série temporal

• Use uma janela contínua em sua série temporal
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Agrupar por uma série temporal

Você pode usar a operação agrupar por para agrupar dados de séries temporais para valores 
específicos em uma coluna.

Por exemplo, você tem a tabela a seguir que monitora o uso médio diário de eletricidade em uma 
residência.

Uso médio diário de eletricidade doméstica

ID da residência Timestamp diário Uso de eletricidade 
(kWh)

Número de ocupantes 
da residência

household_0 1/1/2020 30 2

household_0 1/2/2020 40 2

household_0 1/4/2020 35 3

household_1 1/2/2020 45 3

household_1 1/3/2020 55 4

Se optar por agrupar por ID, você obterá a tabela a seguir.

Uso de eletricidade agrupado por identificação residencial

ID da residência Série de uso de eletricidade 
(kWh)

Série do número de ocupantes 
da residência

household_0 [30, 40, 35] [2, 2, 3]

household_1 [45, 55] [3, 4]

Cada entrada na sequência da série temporal é ordenada pelo timestamp correspondente. O 
primeiro elemento da sequência corresponde ao primeiro timestamp da série. Para household_0,
30 é o primeiro valor da Série de uso de eletricidade. O valor de 30 corresponde ao primeiro 
timestamp de 1/1/2020.
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Você pode incluir o timestamp inicial e o timestamp final. A tabela a seguir mostra como essas 
informações aparecem.

Uso de eletricidade agrupado por identificação residencial

ID da residência Série de uso 
de eletricidade 
(kWh)

Série do número 
de ocupantes da 
residência

Start_time End_time

household_0 [30, 40, 35] [2, 2, 3] 1/1/2020 1/4/2020

household_1 [45, 55] [3, 4] 1/2/2020 1/3/2020

Você pode usar o procedimento a seguir para agrupar por uma coluna de série temporal.

1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha Séries temporais.

6. Em Transformação, escolha Agrupar por.

7. Especifique uma coluna em Agrupar por esta coluna.

8. Em Aplicar às colunas, especifique um valor.

9. Escolha Visualizar para gerar uma visualização prévia da transformação.

10. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Reamostragem de dados de séries temporais

Os dados de séries temporais geralmente têm observações que não são feitas em intervalos 
regulares. Por exemplo, um conjunto de dados pode ter algumas observações que são registradas 
de hora em hora e outras observações que são registradas a cada duas horas.

Muitas análises, como algoritmos de previsão, exigem que as observações sejam feitas em 
intervalos regulares. A reamostragem permite estabelecer intervalos regulares para as observações 
em seu conjunto de dados.
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Você pode aumentar ou diminuir a resolução de uma série temporal. A redução da resolução 
aumenta o intervalo entre as observações no conjunto de dados. Por exemplo, se você reduzir 
a resolução de observações feitas a cada hora ou a cada duas horas, cada observação em seu 
conjunto de dados será feita a cada duas horas. As observações horárias são agregadas em um 
único valor usando um método de agregação, como média ou mediana.

O aumento da amostragem reduz o intervalo entre as observações no conjunto de dados. Por 
exemplo, se você transformar observações feitas a cada duas horas em observações de hora em 
hora, poderá usar um método de interpolação para inferir observações de hora em hora daquelas 
que foram feitas a cada duas horas. Para obter informações sobre métodos de interpolação, consulte 
pandas. DataFrame.interpolar.

Você pode reamostrar dados numéricos e não numéricos.

Use a operação Reamostrar para reamostrar seus dados de séries temporais. Se você tiver várias 
séries temporais em seu conjunto de dados, o Data Wrangler padronizará o intervalo de tempo para 
cada série temporal.

A tabela a seguir mostra um exemplo de redução da amostragem de dados de séries temporais 
usando a média como método de agregação. Os dados são reduzidos de duas em duas horas para 
cada hora.

Leituras de temperatura de hora em hora durante um dia antes da redução da amostragem

Timestamp Temperatura (Celsius)

12:00 30

1:00 32

2:00 35

3:00 32

4:00 30
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Leituras de temperatura reduzidas para cada duas horas

Timestamp Temperatura (Celsius)

12:00 30

2:00 33.5

4:00 35

Você pode usar o procedimento a seguir para reamostrar dados de série temporal.

1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha Reamostrar.

6. Em Timestamp, escolha a coluna de timestamp.

7. Em Unidade de frequência, especifique a frequência com a qual você está reamostrando.

8. (Opcional) Especifique um valor para a quantidade de frequência.

9. Configure a transformação especificando os campos restantes.

10. Escolha Visualizar para gerar uma visualização prévia da transformação.

11. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Lidar com dados de séries temporais ausentes

Se você tiver valores ausentes em seu conjunto de dados, realize um dos seguintes procedimentos:

• Para conjuntos de dados com várias séries temporais, elimine as séries temporais com valores 
ausentes maiores que o limite especificado por você.

• Impute os valores ausentes em uma série temporal usando outros valores na série temporal.

A imputação de um valor ausente envolve a substituição dos dados especificando um valor ou 
usando um método inferencial. A seguir estão os métodos que você pode usar para imputação:
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• Valor constante – Substitua todos os dados ausentes em seu conjunto de dados por um valor 
especificado por você.

• Valor mais comum — Substitua todos os dados ausentes pelo valor que tem a maior frequência no 
conjunto de dados.

• Preenchimento futuro — Use um preenchimento futuro para substituir os valores ausentes 
pelo valor não faltante que precede os valores ausentes. Para a sequência: [2, 4, 7, NaN, NaN, 
NaN, 8], todos os valores faltantes são substituídos por 7. A sequência resultante do uso de um 
preenchimento direto é [2, 4, 7, 7, 7, 7, 7, 8].

• Preenchimento reverso – Use um preenchimento reverso para substituir os valores ausentes pelo 
valor não omisso que segue os valores ausentes. Para a sequência: [2, 4, 7, NaN, NaN, NaN, 8], 
todos os valores ausentes são substituídos por 8. A sequência resultante do uso de preenchimento 
reverso é [2, 4, 7, 8, 8, 8, 8].

• Interpolar – Usa uma função de interpolação para imputar os valores ausentes. Para obter 
mais informações sobre as funções que você pode usar para interpolação, consulte pandas. 
DataFrame.interpolar.

Alguns dos métodos de imputação podem não conseguir imputar todos os valores ausentes em seu 
conjunto de dados. Por exemplo, um Preenchimento direto não pode imputar um valor ausente que 
aparece no início da série temporal. Você pode imputar os valores usando um preenchimento direto 
ou um preenchimento reverso.

Você pode imputar valores ausentes em uma célula ou em uma coluna.

O exemplo a seguir mostra como os valores são imputados dentro de uma célula.

Uso de eletricidade com valores faltantes

ID da residência Série de uso de eletricidade (kWh)

household_0 [30, 40, 35, NaN, NaN]

household_1 [45, NaN, 55]
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Uso de eletricidade com valores imputados usando um preenchimento direto

ID da residência Série de uso de eletricidade (kWh)

household_0 [30, 40, 35, 35, 35]

household_1 [45, 45, 55]

O exemplo a seguir mostra como os valores são imputados em uma coluna.

Uso médio diário de eletricidade doméstica com valores faltantes

ID da residência Uso de eletricidade (kWh)

household_0 30

household_0 40

household_0 NaN

household_1 NaN

household_1 NaN

Consumo médio diário de eletricidade doméstica com valores imputados usando um preenchimento 
direto

ID da residência Uso de eletricidade (kWh)

household_0 30

household_0 40

household_0 40

household_1 40

household_1 40

Você pode usar o procedimento a seguir para lidar com valores ausentes.
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1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha Lidas com ausentes.

6. Para o tipo de entrada de série temporal, escolha se você deseja lidar com valores ausentes 
dentro de uma célula ou ao longo de uma coluna.

7. Em Imputar valores ausentes para esta coluna, especifique a coluna que tem os valores 
ausentes.

8. Em Método para imputar valores, selecione um método.

9. Configure a transformação especificando os campos restantes.

10. Escolha Visualizar para gerar uma visualização prévia da transformação.

11. Se você tiver valores ausentes, poderá especificar um método para imputá-los em Método para 
imputar valores.

12. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Valide o timestamp de seus dados de séries temporais

Você pode ter dados de timestamps inválidos. Você pode usar a função Validate timestamp para 
determinar se os timestamps no seu conjunto de dados são válidos. Seu timestamp pode ser inválido 
por um ou mais dos seguintes motivos:

• Sua coluna de timestamp tem valores ausentes.

• Os valores na coluna de timestamp não estão formatados corretamente.

Se você tiver timestamps inválidos em seu conjunto de dados, não poderá realizar sua análise com 
êxito. Você pode usar o Data Wrangler para identificar timestamps inválidos e entender onde você 
precisa limpar seus dados.

A validação da série temporal funciona de uma das duas maneiras:

Você pode configurar o Data Wrangler para executar uma das seguintes ações se ele encontrar 
valores ausentes em seu conjunto de dados:

• Elimine as linhas que têm os valores ausentes ou inválidos.
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• Elimine as linhas que têm os valores ausentes ou inválidos.

• Lance um erro se encontrar algum valor ausente ou inválido no seu conjunto de dados.

Você pode validar os timestamps em colunas que tenham o tipo timestamp ou o tipo string. Se a 
coluna tiver o tipo string, o Data Wrangler converterá o tipo da coluna em timestamp e executará 
a validação.

É possível usar o procedimento a seguir para validar os timestamps em seu conjunto de dados.

1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha Validar timestamps.

6. Na Coluna timestamp, escolha a coluna Timestamp.

7. Em Política, escolha se você deseja lidar com timestamps ausentes.

8. (Opcional) Em Coluna de saída, especifique um nome para a coluna de saída.

9. Se a coluna de data e hora estiver formatada para o tipo de segmento, escolha Transmitir para 
data e hora.

10. Escolha Visualizar para gerar uma visualização prévia da transformação.

11. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Padronizando a duração da série temporal

Se você tiver dados de séries temporais armazenados como matrizes, poderá padronizar cada série 
temporal com o mesmo tamanho. Padronizar o tamanho da matriz de séries temporais pode facilitar 
a realização da análise dos dados.

Você pode padronizar suas séries temporais para transformações de dados que exigem que o 
tamanho dos dados seja corrigido.

Muitos algoritmos de ML exigem que você nivele seus dados de séries temporais antes de usá-los. 
Nivelar os dados da série temporal é separar cada valor da série temporal em sua própria coluna em 
um conjunto de dados. O número de colunas em um conjunto de dados não pode mudar, então os 
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comprimentos das séries temporais precisam ser padronizados entre você e nivelar cada matriz em 
um conjunto de atributos.

Cada série temporal é definida com o comprimento que você especifica como um quantil ou percentil 
do conjunto de séries temporais. Por exemplo, você pode ter três sequências com os seguintes 
comprimentos:

• 3

• 4

• 5

Você pode definir o comprimento de todas as sequências como o comprimento da sequência que 
tem o comprimento do 50º percentil.

Matrizes de séries temporais menores do que o comprimento especificado têm valores ausentes 
adicionados. A seguir está um exemplo de formato de padronização da série temporal para um 
comprimento maior: [2, 4, 5, NaN, NaN, NaN].

Você pode usar abordagens diferentes para lidar com os valores ausentes. Para obter mais 
informações sobre essas abordagens, consulte Lidar com dados de séries temporais ausentes.

As matrizes de séries temporais maiores que o comprimento especificado são truncadas.

É possível usar o procedimento a seguir para padronizar a duração da série temporal.

1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha Padronizar comprimento.

6. Para Padronizar o comprimento da série temporal da coluna, escolha uma coluna.

7. (Opcional) Em Coluna de saída, especifique um nome para a coluna de saída. Se você não 
especificar um nome, a transformação será feita no local.

8. Se a coluna de data e hora estiver formatada para o tipo de segmento, escolha Transmitir para 
data e hora.

9. Escolha Quantil de corte e especifique um quantil para definir o comprimento da sequência.
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10. Escolha Nivelar a saída para gerar os valores da série temporal em colunas separadas.

11. Escolha Visualizar para gerar uma visualização prévia da transformação.

12. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Extraia recursos de seus dados de séries temporais

Se você estiver executando uma classificação ou um algoritmo de regressão em seus dados de 
série temporal, recomendamos extrair atributos da série temporal antes de executar o algoritmo. A 
extração de atributos pode melhorar o desempenho do seu algoritmo.

Use as opções a seguir para escolher como você deseja extrair os atributos dos seus dados:

• Use o Subconjunto mínimo para especificar a extração de 8 atributos que você sabe que são 
úteis em análises posteriores. Você pode usar um subconjunto mínimo quando precisar realizar 
cálculos rapidamente. Você também pode usá-lo quando seu algoritmo de ML tem um alto risco de 
sobreajuste e você deseja fornecer menos atributos.

• Use o subconjunto eficiente para especificar a extração do maior número possível de atributos sem 
extrair recursos que são computacionalmente intensivos em suas análises.

• Use Todos os atributos para especificar a extração de todos os atributos da série de músicas.

• Use o Subconjunto manual para escolher uma lista de atributos que você acha que explicam bem 
a variação em seus dados.

Use o procedimento a seguir para extrair atributos de seus dados de séries temporais.

1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha Extrair atributos.

6. Em Extrair atributos para esta coluna, escolha uma coluna.

7. (Opcional) Selecione Nivelado para gerar os atributos em colunas separadas.

8. Em Estratégia, escolha uma estratégia para extrair os atributos.

9. Escolha Visualizar para gerar uma visualização prévia da transformação.

10. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.
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Use atributos atrasados de seus dados de séries temporais

Para muitos casos de uso, a melhor maneira de prever o comportamento futuro de sua série 
temporal é usar o comportamento mais recente.

Os usos mais comuns de atributos atrasados são os seguintes:

• Coletando um punhado de valores passados. Por exemplo, para o tempo, t + 1, você coleta t, t - 1, 
t - 2 e t - 3.

• Coletando valores que correspondem ao comportamento sazonal nos dados. Por exemplo, para 
prever a ocupação em um restaurante às 13h, convém usar os atributos a partir das 13h do dia 
anterior. Usar os atributos a partir das 12h ou 11h no mesmo dia pode não ser tão preditivo quanto 
usar os atributos dos dias anteriores.

1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha os recursos do Lag.

6. Em Gerar atributos de atraso para essa coluna, escolha uma coluna.

7. Na Coluna timestamp, escolha a coluna contendo timestamps.

8. Para Lag, especifique a duração do atraso.

9. (Opcional) Configure a saída usando uma das seguintes opções:

• Incluir toda a janela de atraso

• Nivelar a saída

• Eliminar linhas sem histórico

10. Escolha Visualizar para gerar uma visualização prévia da transformação.

11. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Crie um intervalo de data e hora em sua série temporal

Talvez você tenha dados de séries temporais que não tenham timestamps. Se você sabe que as 
observações foram feitas em intervalos regulares, você pode gerar timestamps para a série temporal 
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em uma coluna separada. Para gerar timestamps, você especifica o valor do carimbo de data/hora 
inicial e a frequência dos timestamps.

Por exemplo, você pode ter os seguintes dados de séries temporais para o número de clientes em 
um restaurante.

Dados de séries temporais sobre o número de clientes em um restaurante

Número de clientes

10

14

24

40

30

20

Se você souber que o restaurante abriu às 17h e que as observações são feitas de hora em hora, 
você pode adicionar uma coluna de timestamp que corresponda aos dados da série temporal. É 
possível ver a coluna de timestamp na tabela a seguir.

Dados de séries temporais sobre o número de clientes em um restaurante

Número de clientes Timestamp

10 13:00

14 14:00

24 15:00

40 16:00

30 17:00

20 18:00
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Use o procedimento a seguir para adicionar um intervalo de data e hora aos seus dados.

1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha Intervalo de data e hora.

6. Em Tipo de frequência, escolha a unidade usada para medir a frequência de timestamps.

7. Em Começando o timestamp, especifique o início do timestamp.

8. Em Coluna de saída, especifique um nome para a coluna de saída.

9. (Opcional) Configure a saída usando os campos restantes.

10. Escolha Visualizar para gerar uma visualização prévia da transformação.

11. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Use uma janela contínua em sua série temporal

Você pode extrair atributos ao longo de um período de tempo. Por exemplo, para o tempo, t, e 
uma janela de tempo de comprimento 3, e para a linha que indica o timestamp t, anexamos as 
características extraídas da série temporal nos momentos t - 3, t - 2 e t - 1. Para obter informações 
sobre como extrair atributos, consulte Extraia recursos de seus dados de séries temporais.

É possível usar o procedimento a seguir para extrair atributos em um período.

1. Abra seu fluxo de dados do Data Wrangler.

2. Se você não importou seu conjunto de dados, importe-o na guia Importar dados.

3. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar transformação.

4. Escolha Adicionar etapa.

5. Escolha Atributos da janela contínua.

6. Em Gerar atributos de janela contínua para esta coluna, escolha uma coluna.

7. Na Coluna timestamp, escolha a coluna contendo timestamps.

8. (Opcional) Em Coluna de saída, especifique o nome da coluna de saída.

9. Em Tamanho da janela, especifique o tamanho da janela.

10. Em Estratégia, escolha uma estratégia para extrair os atributos.

11. Escolha Visualizar para gerar uma visualização prévia da transformação.
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12. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Destacar data e hora

Use Destacar data/hora para criar uma incorporação vetorial representando um campo de data e 
hora. Para usar essa transformação, os dados de data e hora devem estar em um dos seguintes 
formatos:

• Segmentos que descrevem a data e hora: Por exemplo, "January 1st, 2020, 12:44pm".

• Um timestamp Unix: um timestamp Unix descreve o número de segundos, milissegundos, 
microssegundos ou nanossegundos a partir de 1/1/1970.

Você pode escolher inferir o formato de data e hora e fornecer um formato de data e hora. Se você 
fornecer um formato de data e hora, deverá usar os códigos descritos na documentação do Python. 
As opções selecionadas para essas duas configurações têm implicações na velocidade da operação 
e nos resultados finais.

• A opção mais manual e computacionalmente mais rápida é especificar um Formato de data e hora
e selecionar Não para Inferir formato de data e hora.

• Para reduzir o trabalho manual, você pode escolher Inferir formato de data e hora e não especificar 
um formato de data e hora. É também uma operação computacionalmente rápida; entretanto, 
o primeiro formato de data e hora encontrado na coluna de entrada é considerado o formato da 
coluna inteira. Se houver outros formatos na coluna, esses valores serão NaN na saída final. Inferir 
o formato de data e hora pode fornecer segmentos não analisados.

• Se você não especificar um formato e selecionar Não para Inferir formato de data e hora, obterá os 
resultados mais robustos. Todos os segmentos de data e hora válidos são analisados. No entanto, 
essa operação pode ser uma ordem de magnitude mais lenta do que as duas primeiras opções 
dessa lista.

Ao usar essa transformação, você especifica uma coluna de entrada que contém dados de data e 
hora em um dos formatos listados acima. A transformação cria uma coluna de saída chamada Nome 
da coluna de saída. O formato da coluna de saída depende da sua configuração usando o seguinte:

• Vetor: gera uma única coluna como vetor.

• Colunas: cria uma nova coluna para cada atributo. Por exemplo, se a saída tiver um ano, mês e 
dia, três colunas separadas serão criadas para ano, mês e dia.
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Além disso, você deve escolher um modo de incorporação. Para modelos lineares e redes 
profundas, recomendamos escolher o cíclico. Para algoritmos baseados em árvore, recomendamos 
escolher ordinal.

Formatar segmento

As transformações Formatar segmento contêm operações de formatação de segmento padrão. 
Por exemplo, você pode usar essas operações para remover caracteres especiais, normalizar 
comprimentos de segmentos e atualizar maiúsculas e minúsculas.

Esse grupo de atributos contém as seguintes transformações. Todas as transformações retornam 
cópias de segmentos na coluna Entrada e adicionam o resultado a uma nova coluna de saída.

Nome Função

Suporte esquerdo Pressione com o botão esquerdo o segmento 
com um determinado caractere de preenchim 
ento até a largura especificada. Se o segmento 
for maior que a largura, o valor de retorno será 
reduzido para caracteres de largura.

Suporte direito Preencha com o botão direito o segmento com 
um determinado caractere de preenchimento
até a largura especificada. Se o segmento for 
maior que a largura, o valor de retorno será 
reduzido para caracteres de largura.

Centro (suporte em ambos os lados) Coloque o segmento no centro (adicione 
preenchimento nos dois lados do segmento) 
com um determinado caractere de preenchim 
ento até a largura especificada. Se o segmento 
for maior que a largura, o valor de retorno será 
reduzido para caracteres de largura.

Acrescentar zeros à esquerda Preencha à esquerda um segmento numérico 
com zeros, até uma determinada largura. Se 
o segmento for maior que a largura, o valor 
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Nome Função

de retorno será reduzido para caracteres de
largura.

Remova à esquerda e à direita Retorna uma cópia do segmento com os 
caracteres iniciais e finais removidos.

Remova os caracteres da esquerda Retorna uma cópia de segmento com os 
caracteres iniciais removidos.

Remova os caracteres da direita Retorna uma cópia do segmento com os 
caracteres finais removidos.

Letras minúsculas Converta todas as letras do texto em letras 
minúsculas.

Letras maiúsculas Converta todas as letras do texto em letras 
maiúsculas.

Capitalizar Coloque a primeira letra em maiúscula em 
cada frase.

Alternar letra maiúscula e minúscula Converte todos os caracteres maiúsculos em 
minúsculos e todos os caracteres minúsculo 
s em caracteres maiúsculos de segmento 
fornecida e o retorna.

Adicionar prefixo ou sufixo Adiciona um prefixo e um sufixo à coluna do 
segmento. Você deve especificar pelo menos 
um dos Prefixos e Sufixos.

Remover símbolos Remove os símbolos fornecidos de um 
segmento. Todos os caracteres listados são 
removidos. O padrão é espaço em branco.
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Lidar com valores discrepantes

Os modelos de machine learning são sensíveis à distribuição e ao alcance dos valores de seus 
atributos. Valores discrepantes, ou valores raros, podem afetar negativamente a precisão do modelo 
e levar a tempos de treinamento mais longos. Use esse grupo de atributos para detectar e atualizar 
valores discrepantes em seu conjunto de dados.

Quando você define uma etapa de transformação Lidar com valores discrepantes, as estatísticas 
usadas para detectar valores discrepantes são geradas nos dados disponíveis no Data Wrangler 
ao definir essa etapa. Essas mesmas estatísticas são usadas ao executar um trabalho do Data 
Wrangler.

Use as seções a seguir para saber mais sobre as transformações que este grupo contém. Você 
especifica um nome de saída e cada uma dessas transformações gera uma coluna de saída com os 
dados resultantes.

Valores discrepantes numéricos robustos de desvio padrão

Essa transformação detecta e corrige valores discrepantes em recursos numéricos usando 
estatísticas que são robustas a valores discrepantes.

Você deve definir um quantil superior e um quantil inferior para as estatísticas usadas para calcular 
valores discrepantes. Você também deve especificar o número de desvios padrão dos quais um valor 
deve variar da média para ser considerado um valor atípico. Por exemplo, se você especificar 3 para
desvios padrão, um valor deve cair mais de 3 desvios padrão da média para ser considerado um 
valor atípico.

O Método Fix é o método usado para lidar com valores discrepantes quando eles são detectados. 
Você pode escolher entre as seguintes opções:

• Clipe: use essa opção para recortar os valores discrepantes no limite de detecção de valores 
discrepantes correspondente.

• Remover: use essa opção para remover linhas com valores discrepantes do dataframe.

• Invalidar: use essa opção para substituir valores discrepantes por valores inválidos.

Valores atípicos numéricos de desvio padrão

Essa transformação detecta e corrige valores discrepantes em características numéricas usando a 
média e o desvio padrão.
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Você especifica o número de desvios padrão dos quais um valor deve variar da média para ser 
considerado um valor atípico. Por exemplo, se você especificar 3 para desvios padrão, um valor deve 
cair mais de 3 desvios padrão da média para ser considerado um valor atípico.

O Método Fix é o método usado para lidar com valores discrepantes quando eles são detectados. 
Você pode escolher entre as seguintes opções:

• Clipe: use essa opção para recortar os valores discrepantes no limite de detecção de valores 
discrepantes correspondente.

• Remover: use essa opção para remover linhas com valores discrepantes do dataframe.

• Invalidar: use essa opção para substituir valores discrepantes por valores inválidos.

Valores atípicos numéricos quantílicos

Use esta transformação para detectar e corrigir valores discrepantes em recursos numéricos usando 
quantis. Você pode definir um quantil superior e um quantil inferior. Todos os valores que ficam 
acima do quantil superior ou abaixo do quantil inferior são considerados discrepantes.

O Método Fix é o método usado para lidar com valores discrepantes quando eles são detectados. 
Você pode escolher entre as seguintes opções:

• Clipe: use essa opção para recortar os valores discrepantes no limite de detecção de valores 
discrepantes correspondente.

• Remover: use essa opção para remover linhas com valores discrepantes do dataframe.

• Invalidar: use essa opção para substituir valores discrepantes por valores inválidos.

Valores discrepantes numéricos mínimo-máximos

Essa transformação detecta e corrige valores discrepantes em recursos numéricos usando limites 
superiores e inferiores. Use esse método se você conhece valores limite que demarcam valores 
discrepantes.

Você especifica um limite superior e um limite inferior e, se os valores ficarem acima ou abaixo 
desses limites, respectivamente, eles serão considerados valores discrepantes.

O Método Fix é o método usado para lidar com valores discrepantes quando eles são detectados. 
Você pode escolher entre as seguintes opções:
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• Clipe: use essa opção para recortar os valores discrepantes no limite de detecção de valores 
discrepantes correspondente.

• Remover: use essa opção para remover linhas com valores discrepantes do dataframe.

• Invalidar: use essa opção para substituir valores discrepantes por valores inválidos.

Substituir valores raros

Ao usar a transformação Substituir valores raros, você especifica um limite e o Data Wrangler 
localiza todos os valores que atendem a esse limite e os substitui por um segmento especificado por 
você. Por exemplo, talvez você queira usar essa transformação para categorizar todos os valores 
atípicos em uma coluna em uma categoria “Outros”.

• Segmento de substituição: a sequência com a qual substituir valores discrepantes.

• Limite absoluto: uma categoria é rara se o número de instâncias for menor ou igual a esse limite 
absoluto.

• Limite de fração: uma categoria é rara se o número de instâncias for menor ou igual a esse limite 
de fração multiplicado pelo número de linhas.

• Máximo de categorias comuns: máximo de categorias não raras que permanecem após 
a operação. Se o limiar não filtrar categorias suficientes, aquelas com o maior número de 
ocorrências são classificadas como não raras. Se definido como 0 (padrão), não há limite rígido 
para o número de categorias.

Lidar com valores ausentes

Valores ausentes são uma ocorrência comum em conjuntos de dados de machine learning. Em 
algumas situações, é apropriado imputar aos dados faltantes um valor calculado, como um valor 
médio ou categoricamente comum. Você pode processar valores ausentes usando o grupo de 
transformação LIdar com valores ausentes. Esse grupo contém as seguintes transformações.

Preencher valores ausentes

Use a transformação Preencher valores ausentes para substituir valores ausentes por um valor do 
preenchimento definido por você.
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Imputar valores ausentes

Use a transformação de Imputar valores ausentes para criar uma nova coluna que contenha valores 
imputados onde valores ausentes foram encontrados nos dados de entrada categóricos e numéricos. 
A configuração depende do seu tipo de dados.

Para dados numéricos, escolha uma estratégia de imputação, a estratégia usada para determinar 
o novo valor a ser imputado. Você pode optar por imputar a média ou a mediana sobre os valores 
que estão presentes no seu conjunto de dados. O Data Wrangler usa o valor que ele computa para 
imputar os valores ausentes.

Para dados categóricos, o Data Wrangler imputa valores ausentes usando o valor mais frequente na 
coluna. Para imputar um segmento personalizado, use a transformação Preenchimento ausente em 
vez disso.

Adicionar indicador de valores ausentes

Use a transformação Adicionar indicador para valores ausentes para criar uma nova coluna 
indicadora, que contém um booleano "false" se uma linha contiver um valor e "true" se uma 
linha contiver um valor ausente.

Eliminar valores ausentes

Use a opção Eliminar valores ausentes para remover linhas que contêm valores ausentes da Coluna 
de entrada.

Gerenciar colunas

Você pode usar as seguintes transformações para atualizar e gerenciar rapidamente as colunas no 
seu conjunto de dados:

Nome Função

Soltar coluna Exclua uma coluna.

Duplicar coluna Duplique uma coluna.

Renomear coluna Renomeie uma coluna.

Mover coluna Mova a localização de uma coluna no conjunto 
de dados. Escolha mover sua coluna para o 
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Nome Função

início ou o final do conjunto de dados, antes ou 
depois de uma coluna de referência ou para 
um índice específico.

Gerenciar linhas

Use esse grupo de transformação para executar rapidamente as operações de classificação e 
reprodução aleatória nas linhas. Este grupo contém o seguinte:

• Classificar: classifique todo o dataframe por uma determinada coluna. Marque a caixa de seleção 
ao lado de Ordem crescente para essa opção; caso contrário, desmarque a caixa de seleção e a 
ordem decrescente será usada para a classificação.

• Embaralhar: embaralhe aleatoriamente todas as linhas no conjunto de dados.

Gerenciar vetores

Use esse grupo de transformação para combinar ou nivelar colunas vetoriais. Esse grupo contém as 
seguintes transformações.

• Montar: use essa transformação para combinar vetores e dados numéricos do Spark em uma 
única coluna. Por exemplo, você pode combinar três colunas: duas contendo dados numéricos 
e uma contendo vetores. Adicione todas as colunas que você deseja combinar nas colunas de 
entrada e especifique um nome de coluna de saída para os dados combinados.

• Nivelar: use essa transformação para nivelar uma única coluna contendo dados vetoriais. A coluna 
de entrada deve conter PySpark vetores ou objetos semelhantes a matrizes. Você pode controlar 
o número de colunas criadas especificando um método para detectar o número de saídas. Por 
exemplo, se você selecionar Comprimento do primeiro vetor, o número de elementos no primeiro 
vetor ou matriz válido encontrado na coluna determinará o número de colunas de saída criadas. 
Todos os outros vetores de entrada com muitos itens serão truncados. As entradas com poucos 
itens são preenchidas com NaNs.

Você também especifica um prefixo de saída, que é usado como prefixo para cada coluna de 
saída.
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Processo numérico

Use o grupo de atributos Processar numérico para processar dados numéricos. Cada escalar desse 
grupo é definido usando a biblioteca Spark. Os seguintes escalares são compatíveis:

• Escalonador padrão: padronize a coluna de entrada subtraindo a média de cada valor e 
dimensionando para a variação unitária. Para saber mais, consulte a documentação do Spark para
StandardScaler.

• Escalonador robusto: escale a coluna de entrada usando estatísticas que são robustas a valores 
discrepantes. Para saber mais, consulte a documentação do Spark para RobustScaler.

• Escalonador mínimo máximo: transforme a coluna de entrada escalando cada atributo para um 
determinado intervalo. Para saber mais, consulte a documentação do Spark para MinMaxScaler.

• Escalonador absoluto máximo: escale a coluna de entrada dividindo cada valor pelo valor absoluto 
máximo. Para saber mais, consulte a documentação do Spark para MaxAbsScaler.

Amostragem

Depois de importar seus dados, você pode usar o transformador de amostragem para coletar uma 
ou mais amostras deles. Quando você usa o transformador de amostragem, o Data Wrangler coleta 
amostras do seu conjunto de dados original.

Você pode escolher um dos seguintes métodos de amostra:

• Limite: faça uma amostra do conjunto de dados a partir da primeira linha até o limite que você 
especificar.

• Aleatório: obtém uma amostra aleatória de um tamanho especificado por você.

• Estratificado: obtém uma amostra aleatória estratificada.

Você pode estratificar uma amostra aleatória para garantir que ela represente a distribuição original 
do conjunto de dados.

Você pode estar realizando a preparação de dados para vários casos de uso. Para cada caso de 
uso, você pode pegar uma amostra diferente e aplicar um conjunto diferente de transformações.

O procedimento a seguir descreve o processo de criar uma amostra aleatória.

Para obter uma amostra aleatória dos seus dados.
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1. Escolha o + à direita do conjunto de dados que você importou. O nome do seu conjunto de 
dados está localizado abaixo do +.

2. Escolha Adicionar transformação.

3. Escolha Sampling (Amostragem).

4. Para Método de amostragem, escolha o método de amostragem.

5. Em Tamanho aproximado da amostra, escolha o número aproximado de observações que você 
deseja em sua amostra.

6. (Opcional) Especifique um número inteiro para Semente aleatória para criar uma amostra 
reproduzível.

O procedimento a seguir descreve o processo de criação de uma amostra estratificada.

Para obter uma amostra estratificada de seus dados.

1. Escolha o + à direita do conjunto de dados que você importou. O nome do seu conjunto de 
dados está localizado abaixo do +.

2. Escolha Adicionar transformação.

3. Escolha Sampling (Amostragem).

4. Para Método de amostragem, escolha o método de amostragem.

5. Em Tamanho aproximado da amostra, escolha o número aproximado de observações que você 
deseja em sua amostra.

6. Em Estratificar coluna, especifique o nome da coluna na qual você deseja estratificar.

7. (Opcional) Especifique um número inteiro para Semente aleatória para criar uma amostra 
reproduzível.

Pesquisar e editar

Use esta seção para pesquisar e editar padrões específicos em segmentos. Por exemplo, você pode 
localizar e atualizar segmentos em frases ou documentos, dividir segmentos por delimitadores e 
localizar ocorrências de segmentos específicos.

As seguintes transformações são suportadas em Pesquisar e editar. Todas as transformações 
retornam cópias de segmentos na Coluna de entrada e adicionam o resultado a uma nova coluna de 
saída.
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Nome Função

Encontre um sub-segmento Retorna o índice da primeira ocorrência do
Sub-segmento pela qual você pesquisou. Você 
pode iniciar e terminar a pesquisa no Início e 
no Fim, respectivamente.

Encontre um sub-segmento (da direita) Retorna o índice da última ocorrência do Sub-
segmento que você pesquisou. Você pode 
iniciar e finalizar a pesquisa no Início e no Fim, 
respectivamente.

Corresponde ao prefixo Retorna um valor booleano se o segmento 
tiver um determinado padrão. Um padrão pode 
ser uma sequência de caracteres ou uma 
expressão regular. Opcionalmente, você pode 
diferenciar o padrão de maiúsculas e minúscula 
s.

Encontre todas as ocorrências Retorna uma matriz com todas as ocorrênci 
as de um determinado padrão. Um padrão 
pode ser uma sequência de caracteres ou uma 
expressão regular.

Extrair usando regex Retorna um segmento que corresponde a um 
determinado padrão regex.

Extrair entre delimitadores Retorna um segmento com todos os caractere 
s encontrados entre o delimitador esquerdo e o
delimitador direito.

Extrair da posição Retorna um segmento, começando da posição 
inicial no segmento de entrada, que contém 
todos os caracteres até a posição inicial mais o
comprimento.

Encontre e substitua a sub-segmento Retorna um segmento com todas as correspon 
dências de um determinado padrão (expressão 
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Nome Função

regular) substituída pelo segmento de substitui 
ção.

Substituir entre delimitadores Retorna um segmento com a sub-segmento 
encontrada entre a primeira aparição de um
delimitador esquerdo e a última aparição de um
delimitador direito substituída pelo segmento 
de substituição. Se nenhuma correspondência 
for encontrada, nada é substituído.

Substituir da posição Retorna um segmento com a sub-segmento 
entre a posição inicial e a posição inicial mais 
o comprimento substituída pelo segmento 
de substituição. Se a posição inicial mais o
comprimento for maior que o comprimento de 
segmento de substituição, a saída conterá....

Converter regex para ausente Converte um segmento em None se for inválido 
e retorna o resultado. A validade é definida 
com uma expressão regular em Padrão.

Dividir segmento por delimitador Retorna uma matriz de sementos do segmento 
de entrada, dividida por Delimitador, com até 
o Número máximo de divisões (opcional). O 
delimitador usa como padrão o espaço em 
branco.

Dividir dados

Use a transformação Dividir dados para dividir seu conjunto de dados em dois ou três conjuntos de 
dados. Por exemplo, você pode dividir seu conjunto de dados em um conjunto de dados usado para 
treinar seu modelo e um conjunto de dados usado para testá-lo. Você pode determinar a proporção 
do conjunto de dados que entra em cada divisão. Por exemplo, se você estiver dividindo um conjunto 
de dados em dois conjuntos, o conjunto de treinamento pode ter 80% dos dados, enquanto o 
conjunto de teste terá 20%.
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A divisão de seus dados em três conjuntos de dados permite criar conjuntos de dados de 
treinamento, validação e teste. Você pode ver o desempenho do modelo no conjunto de dados de 
teste eliminando a coluna de destino.

Seu caso de uso determina quanto do conjunto de dados original cada um de seus conjuntos de 
dados obtém e o método usado para dividir os dados. Por exemplo, você pode querer usar uma 
divisão estratificada para garantir que a distribuição das observações na coluna alvo seja a mesma 
em todos os conjuntos de dados. Você pode usar as seguintes transformações divididas:

• Divisão aleatória — Cada divisão é uma amostra aleatória e não sobreposta do conjunto 
de dados original. Para conjuntos de dados maiores, utilizar uma divisão aleatória pode ser 
computacionalmente custoso e levar mais tempo do que uma divisão ordenada.

• Divisão ordenada — divide o conjunto de dados com base na ordem sequencial das observações. 
Por exemplo, em uma divisão de treino/teste de 80/20, as primeiras observações que compõem 
80% do conjunto de dados são destinadas ao conjunto de treinamento. Os últimos 20% das 
observações vão para o conjunto de dados de teste. As divisões ordenadas são eficazes para 
manter a ordem existente dos dados entre as divisões.

• Divisão estratificada — divide o conjunto de dados para garantir que o número de observações 
na coluna de entrada tenha representação proporcional. Para uma coluna de entrada que possui 
as observações 1, 1, 1, 1, 1, 1, 2, 2, 2, 2, 2, 2, 2, 2, 3, 3, 3, 3, 3, 3, 3, uma divisão de 80/20 nessa 
coluna significaria que aproximadamente 80% dos 1s, 80% dos 2s e 80% dos 3s iriam para o 
conjunto de treinamento. Cerca de 20% de cada tipo de observação vai para o conjunto de testes.

• Dividir por chave — evita que dados com a mesma chave ocorram em mais de uma divisão. Por 
exemplo, se você tiver um conjunto de dados com a coluna “customer_id” e o estiver usando como 
chave, nenhum ID de cliente estará em mais de uma divisão.

Depois de dividir os dados, você pode aplicar transformações adicionais a cada conjunto de dados. 
Para a maioria dos casos de uso, eles não são necessários.

O Data Wrangler calcula as proporções das divisões para desempenho. Você pode escolher um 
limite de erro para definir a precisão das divisões. Limites de erro mais baixos refletem de forma mais 
precisa as proporções que você especifica para as divisões. Se você definir um limite de erro mais 
alto, obterá melhor desempenho, mas menor precisão.

Para dividir perfeitamente os dados, defina o limite de erro como 0. Você pode especificar um limite 
entre 0 e 1 para melhorar o desempenho. Se você especificar um valor maior que 1, o Data Wrangler 
interpretará esse valor como 1.
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Se você tiver 10.000 linhas em seu conjunto de dados e especificar uma divisão 80/20 com um erro 
de 0,001, obterá observações que se aproximam de um dos seguintes resultados:

• 8010 observações no conjunto de treinamento e 1990 no conjunto de testes

• 7990 observações no conjunto de treinamento e 2010 no conjunto de testes

O número de observações para o conjunto de testes no exemplo anterior está no intervalo entre 
8010 e 7990.

Por padrão, o Data Wrangler usa uma semente aleatória para tornar as divisões reproduzíveis. Você 
pode especificar um valor diferente para a semente para criar uma divisão reproduzível diferente.

Randomized split

Use o procedimento a seguir para realizar uma divisão aleatória em seu conjunto de dados.

Para dividir seu conjunto de dados aleatoriamente, faça o seguinte

1. Escolha o + ao lado do nó que contém o conjunto de dados que você está dividindo.

2. Escolha Adicionar transformação.

3. Escolha Dividir dados.

4. (Opcional) Para Divisões, especifique os nomes e as proporções de cada divisão. As 
proporções devem somar 1.

5. (Opcional) Escolha o + para criar uma divisão adicional.

• Especifique os nomes e as proporções de todas as divisões. As proporções devem 
somar 1.

6. (Opcional) Especifique um valor para o Limite de erro diferente do valor padrão.

7. (Opcional) Especifique um valor para a Semente aleatória.

8. Escolha Preview (Pré-visualizar).

9. Escolha Adicionar.

Ordered split

Use o procedimento a seguir para realizar uma divisão ordenada em seu conjunto de dados.

Para fazer uma divisão ordenada em seu conjunto de dados, faça o seguinte.
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1. Escolha o + ao lado do nó que contém o conjunto de dados que você está dividindo.

2. Escolha Adicionar transformação.

3. Em Transformação, escolha Divisão ordenada.

4. Escolha Dividir dados.

5. (Opcional) Para Divisões, especifique os nomes e as proporções de cada divisão. As 
proporções devem somar 1.

6. (Opcional) Escolha o + para criar uma divisão adicional.

• Especifique os nomes e as proporções de todas as divisões. As proporções devem 
somar 1.

7. (Opcional) Especifique um valor para o Limite de erro diferente do valor padrão.

8. (Opcional) Para Coluna de entrada, especifique uma coluna com valores numéricos. Usa os 
valores das colunas para inferir quais registros estão em cada divisão. Os valores menores 
estão em uma divisão com os valores maiores nas outras divisões.

9. (Opcional) Selecione Lidar com duplicatas para adicionar ruído aos valores duplicados e criar 
um conjunto de dados com valores totalmente exclusivos.

10. (Opcional) Especifique um valor para a Semente aleatória.

11. Escolha Preview (Pré-visualizar).

12. Escolha Adicionar.

Stratified split

Use o procedimento a seguir para realizar uma divisão estratificada em seu conjunto de dados.

Para realizar uma divisão estratificada no seu conjunto de dados, faça o seguinte.

1. Escolha o + ao lado do nó que contém o conjunto de dados que você está dividindo.

2. Escolha Adicionar transformação.

3. Escolha Dividir dados.

4. Em Transformação, escolha Divisão estratificada.

5. (Opcional) Para Divisões, especifique os nomes e as proporções de cada divisão. As 
proporções devem somar 1.

6. (Opcional) Escolha o + para criar uma divisão adicional.
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• Especifique os nomes e as proporções de todas as divisões. As proporções devem 
somar 1.

7. Para Coluna de entrada, especifique uma coluna com até 100 valores exclusivos. O Data 
Wrangler não pode estratificar uma coluna com mais de 100 valores exclusivos.

8. (Opcional) Especifique um valor para o Limite de erro diferente do valor padrão.

9. (Opcional) Especifique um valor para Semente aleatória para especificar uma semente 
diferente.

10. Escolha Preview (Pré-visualizar).

11. Escolha Adicionar.

Split by column keys

Use o procedimento a seguir para dividir pelas chaves de coluna em seu conjunto de dados.

Para dividir pelas chaves de coluna em seu conjunto de dados, faça o seguinte.

1. Escolha o + ao lado do nó que contém o conjunto de dados que você está dividindo.

2. Escolha Adicionar transformação.

3. Escolha Dividir dados.

4. Em Transformação, escolha Dividir por chave.

5. (Opcional) Para Divisões, especifique os nomes e as proporções de cada divisão. As 
proporções devem somar 1.

6. (Opcional) Escolha o + para criar uma divisão adicional.

• Especifique os nomes e as proporções de todas as divisões. As proporções devem 
somar 1.

7. Para Colunas-chave, especifique as colunas com valores que você não deseja que 
apareçam nos dois conjuntos de dados.

8. (Opcional) Especifique um valor para o Limite de erro diferente do valor padrão.

9. Escolha Preview (Pré-visualizar).

10. Escolha Adicionar.
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Analisar valor como tipo

Use essa transformação para converter uma coluna em um novo tipo. Os tipos de dados do Data 
Wrangler compatíveis são:

• Longo

• Float

• Booleano

• Data, no formato DD-MM-aaaa, representando dia, mês e ano, respectivamente.

• String

Validar segmento

Use as transformações Validar segmento para criar uma nova coluna que indica que uma linha 
de dados de texto atende a uma condição especificada. Por exemplo, você pode usar uma 
transformação Validar segmento para verificar se um segmento contém somente caracteres 
minúsculos. As seguintes transformações são suportadas em Validar segmento.

As seguintes transformações estão incluídas nesse grupo de transformações. Se uma transformação 
gerar um valor booleano, True é representada com a 1 e False é representada com a 0.

Nome Função

Tamanho da segmento Retorna True se o comprimento de um 
segmento for igual ao comprimento especific 
ado. Caso contrário, gera False.

Inicia com Retorna True se um segmento começar com 
um prefixo especificado. Caso contrário, gera
False.

Termina com Retorna True se o comprimento de um 
segmento for igual ao comprimento especific 
ado. Caso contrário, gera False.

É alfanumérico Retorna True se um segmento tiver apenas 
números e letras. Caso contrário, gera False.
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Nome Função

É alfa (letras) Retorna True se um segmento tiver apenas 
letras. Caso contrário, gera False.

É dígito Retorna True se um segmento tiver apenas 
dígitos. Caso contrário, gera False.

É espaço Retorna True se um segmento tiver apenas 
números e letras. Caso contrário, gera False.

É título Retorna True se um segmento tiver algum 
espaço em branco. Caso contrário, gera
False.

Está em letra minúscula Retorna True se um segmento tiver apenas 
letras minúsculas. Caso contrário, gera False.

Está em letra maiúscula Retorna True se um segmento tiver apenas 
letras maiúsculas. Caso contrário, gera False.

É numérico Retorna True se um segmento tiver apenas 
números. Caso contrário, gera False.

É decimal Retorna True se um segmento tiver apenas 
números decimais. Caso contrário, gera
False.

Desaninhar dados JSON

Se você tiver um arquivo.csv, talvez tenha valores em seu conjunto de dados que sejam segmentos 
JSON. Da mesma forma, você pode ter dados aninhados em colunas de um arquivo Parquet ou de 
um documento JSON.

Use o operador estruturado nivelado para separar as chaves de primeiro nível em colunas 
separadas. Uma chave de primeiro nível é uma chave que não está aninhada em um valor.
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Por exemplo, você pode ter um conjunto de dados que tenha uma coluna pessoa com informações 
demográficas de cada pessoa armazenadas como segmentos JSON. Seu segmento JSON pode ser 
semelhante à seguinte.

 "{"seq": 1,"name": {"first": "Nathaniel","last": "Ferguson"},"age": 59,"city": 
 "Posbotno","state": "WV"}" 
             

O operador estruturado nivelado converte as seguintes chaves de primeiro nível em colunas 
adicionais no seu conjunto de dados:

• seq

• name

• idade

• city

• estado

O Data Wrangler coloca os valores das chaves como valores abaixo das colunas. Veja a seguir os 
nomes e valores das colunas do JSON.

seq, name,                                    age, city, state
1, {"first": "Nathaniel","last": "Ferguson"}, 59, Posbotno, WV 
             

Para cada valor em seu conjunto de dados contendo JSON, o operador estruturado nivelado cria 
colunas para as chaves de primeiro nível. Para criar colunas para chaves aninhadas, chame o 
operador novamente. Para o exemplo anterior, chamar o operador cria as colunas:

• name_first

• name_last

O exemplo a seguir mostra o conjunto de dados resultante de chamar a operação novamente.

seq, name,                                    age, city, state, name_first, name_last
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1, {"first": "Nathaniel","last": "Ferguson"}, 59, Posbotno, WV, Nathaniel, Ferguson 
             

Escolha Teclas para nivelar para especificar as chaves de primeiro nível que você deseja extrair 
como colunas separadas. Se você não especificar nenhuma chave, o Data Wrangler extrairá todas 
as chaves por padrão.

Explodir matriz

Use Explode matriz para expandir os valores da matriz em linhas de saída separadas. Por exemplo, 
a operação pode pegar cada valor na matriz, [[1, 2, 3,], [4, 5, 6], [7, 8, 9]] e criar uma nova coluna 
com as seguintes linhas:

                [1, 2, 3] 
                [4, 5, 6] 
                [7, 8, 9] 
             

O Data Wrangler nomeia a nova coluna como input_column_name_flatten.

Você pode chamar a operação Explodir matriz várias vezes para colocar os valores aninhados 
da matriz em colunas de saída separadas. O exemplo a seguir mostra o resultado de chamar a 
operação várias vezes em um conjunto de dados com uma matriz aninhada.

Colocando os valores de uma matriz aninhada em colunas separadas

id array id array_items id array_ite 
ms_items

1 [[gato, 
cachorro], 
[morcego, 
sapo]]

1 [gato, 
cachorro]

1 cat

2 [[rosa, 
petúnia], 
[lírio, 
margarida]]

1 [morcego, 
sapo]

1 dog
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id array id array_items id array_ite 
ms_items

    2 [rosa, 
petúnia]

1 bat

    2 [lírio, 
margarida]

1 sapo

      2 2 rose

      2 2 petúnia

      2 2 lírio

      2 2 margarida

Transformar dados de imagem

Use o Data Wrangler para importar e transformar as imagens que você está usando para seus 
pipelines de machine learning (ML). Depois de preparar os dados de imagem, você pode exportá-los 
do fluxo do Data Wrangler para o pipeline de ML.

Você pode usar as informações fornecidas aqui para se familiarizar com a importação e 
transformação de dados de imagem no Data Wrangler. O Data Wrangler usa o OpenCV para 
importar imagens. Para obter mais informações sobre os formatos de imagem compatíveis, consulte
Leitura e gravação de arquivos de imagem.

Depois de se familiarizar com os conceitos de transformação de seus dados de imagem, leia o 
tutorial a seguir, Preparar dados de imagem com o Amazon SageMaker Data Wrangler.

Os setores e casos de uso a seguir são exemplos nos quais a aplicação de machine learning a 
dados de imagem transformados pode ser útil:

• Fabricação - Identificação de defeitos em itens da linha de montagem

• Alimentação - Identificação de alimentos estragados ou deteriorados

• Medicina - Identificação de lesões nos tecidos

Ao trabalhar com dados de imagem no Data Wrangler, você passa pelo seguinte processo:

Dados de transformação 2323

https://docs.opencv.org/3.4/d4/da8/group__imgcodecs.html#ga288b8b3da0892bd651fce07b3bbd3a56
https://aws.amazon.com/blogs/machine-learning/prepare-image-data-with-amazon-sagemaker-data-wrangler/


Amazon SageMaker Guia do Desenvolvedor

1. Importar - Selecione as imagens escolhendo o diretório que as contém em seu bucket do Amazon 
S3.

2. Transformar - Use as transformações integradas para preparar as imagens para seu pipeline de 
machine learning.

3. Exportar — Exporte as imagens que você transformou para um local que possa ser acessado a 
partir do pipeline.

Use o seguinte procedimento para importar seus dados de imagem.

Para importar seus dados de imagem

1. Navegue até a página Criar conexão.

2. Escolha Amazon S3.

3. Especifique o caminho do arquivo do Amazon S3 que contém os dados de imagem.

4. Em Tipo de arquivo, escolha Imagem.

5. (Opcional) Escolha Importar diretórios aninhados para importar imagens de vários caminhos do 
Amazon S3.

6. Escolha Importar.

O Data Wrangler usa a biblioteca imgaug de código aberto para suas transformações de imagem 
integradas. É possível usar as seguintes transformações internas:

• ResizeImage

• EnhanceImage

• CorruptImage

• SplitImage

• DropCorruptedImages

• DropImageDuplicates

• Brightness (Brilho)

• ColorChannels

• Escala de cinza

• Girar
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Use o procedimento a seguir para transformar suas imagens sem escrever código.

Para transformar os dados de imagem sem escrever código

1. No fluxo do Data Wrangler, escolha o + ao lado do nó que representa as imagens que você 
importou.

2. Escolha Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha a transformação e configure-a.

5. Escolha Preview (Pré-visualizar).

6. Escolha Adicionar.

Além de usar as transformações fornecidas pelo Data Wrangler, você também pode usar seus 
próprios trechos de código personalizados. Para obter mais informações sobre como usar snippets 
de código personalizados, consulte Transformações personalizadas. Você pode importar as 
bibliotecas OpenCV e imgaug em seus trechos de código e usar as transformações associadas a 
elas. O seguinte exemplo mostra um de um snippet de código que detecta bordas nas imagens.

# A table with your image data is stored in the `df` variable
import cv2
import numpy as np
from pyspark.sql.functions import column

from sagemaker_dataprep.compute.operators.transforms.image.constants import 
 DEFAULT_IMAGE_COLUMN, IMAGE_COLUMN_TYPE
from sagemaker_dataprep.compute.operators.transforms.image.decorators import 
 BasicImageOperationDecorator, PandasUDFOperationDecorator

@BasicImageOperationDecorator
def my_transform(image: np.ndarray) -> np.ndarray: 
  # To use the code snippet on your image data, modify the following lines within the 
 function 
    HYST_THRLD_1, HYST_THRLD_2 = 100, 200 
    edges = cv2.Canny(image,HYST_THRLD_1,HYST_THRLD_2) 
    return edges 
     

@PandasUDFOperationDecorator(IMAGE_COLUMN_TYPE)
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def custom_image_udf(image_row): 
    return my_transform(image_row) 
     

df = df.withColumn(DEFAULT_IMAGE_COLUMN, 
 custom_image_udf(column(DEFAULT_IMAGE_COLUMN))) 
         

Ao aplicar transformações em seu fluxo do Data Wrangler, o Data Wrangler as aplica somente a uma 
amostra das imagens em seu conjunto de dados. Para otimizar sua experiência com o aplicativo, o 
Data Wrangler não aplica as transformações em todas as suas imagens.

Para aplicar as transformações em todas as suas imagens, exporte seu fluxo do Data Wrangler 
para um local do Amazon S3. Você pode usar as imagens que você exportou em seus pipelines de 
treinamento ou inferência. Use um nó de destino ou um caderno Jupyter para exportar seus dados. 
Você pode acessar qualquer um dos métodos para exportar seus dados do fluxo do Data Wrangler. 
Para obter mais informações sobre como usar esses métodos, consulte Exportar para o Amazon S3..

Filtrar dados

Use o Data Wrangler para filtrar os dados em suas colunas. Ao filtrar os dados em uma coluna, você 
especifica os seguintes campos:

• Nome da coluna — O nome da coluna que você está usando para filtrar os dados.

• Condição — O tipo de filtro que você está aplicando aos valores na coluna.

• Valor — O valor ou a categoria na coluna à qual você está aplicando o filtro.

Você pode filtrar nas seguintes condições:

• = — Retorna valores que correspondem ao valor ou categoria que você especifica.

• != — Retorna valores que correspondem ao valor ou categoria que você especifica.

• >= — Para dados longos ou flutuantes, filtra valores maiores ou iguais ao valor especificado.

• <= — Para dados longos ou flutuantes, filtra valores menores ou iguais ao valor especificado.

• > — Para dados longos ou flutuantes, filtra valores maiores que o valor especificado.

• < — Para dados longos ou flutuantes, filtra valores menores que o valor especificado.
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Para uma coluna que tem as categorias male e female, você pode filtrar todos os valores male. 
Você também pode filtrar todos os valores female. Como há somente valores male e female na 
coluna, o filtro retorna uma coluna que só tem valores female.

Você também pode adicionar vários filtros. Os filtros podem ser aplicados em várias colunas ou na 
mesma coluna. Por exemplo, se você estiver criando uma coluna que só tem valores dentro de um 
determinado intervalo, você adiciona dois filtros diferentes. Um filtro especifica que a coluna deve 
ter valores maiores do que o valor fornecido. O outro filtro especifica que a coluna deve ter valores 
menores que o valor fornecido.

Use o procedimento a seguir para adicionar a transformação de filtro aos seus dados.

Para filtrar seus dados

1. No fluxo do Data Wrangler, escolha o + ao lado do nó com os dados que você está filtrando.

2. Escolha Adicionar transformação.

3. Escolha Adicionar etapa.

4. Escolha Filtrar dados.

5. Especifique os seguintes campos:

• Nome da coluna — A coluna que você está filtrando.

• Condição — A condição do filtro.

• Valor — O valor ou a categoria na coluna à qual você está aplicando o filtro.

6. (Opcional) Escolha + seguindo o filtro que você criou.

7. Configure o filtro.

8. Escolha Preview (Pré-visualizar).

9. Escolha Adicionar.

Colunas de mapas do Amazon Personalize

O Data Wrangler se integra ao Amazon Personalize, um serviço de machine learning totalmente 
gerenciado que gera recomendações de itens e segmentos de usuários. Você pode usar as colunas 
do Mapa para transformar o Amazon Personalize para colocar seus dados em um formato que 
o Amazon Personalize possa interpretar. Para obter mais informações sobre as transformações 
específicas do Amazon Personalize, consulte Importação de dados usando o Amazon SageMaker 
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Data Wrangler. Para obter mais informações sobre o Amazon Personalize, consulte O que é o 
Amazon Personalize?

Analisar e visualizar

O Amazon SageMaker Data Wrangler inclui análises integradas que ajudam você a gerar 
visualizações e análises de dados com apenas alguns cliques. Você também pode criar análises 
personalizadas usando seu próprio código.

Você adiciona uma análise a um quadro de dados selecionando uma etapa em seu fluxo de dados 
e, em seguida, escolhendo Adicionar análise. Para acessar uma análise que você criou, selecione a 
etapa que contém a análise e selecione a análise.

Todas as análises são geradas usando 100.000 linhas do seu conjunto de dados.

Você pode adicionar a seguinte análise a um quadro de dados:

• Visualizações de dados, incluindo histogramas e gráficos de dispersão.

• Um resumo rápido do seu conjunto de dados, incluindo número de entradas, valores mínimos e 
máximos (para dados numéricos) e categorias mais e menos frequentes (para dados categóricos).

• Um modelo rápido do conjunto de dados, que pode ser usado para gerar uma pontuação de 
importância para cada recurso.

• Um relatório de vazamento de destino, que você pode usar para determinar se um ou mais 
recursos estão fortemente correlacionadas com seu recurso de destino.

• Uma visualização personalizada usando seu próprio código.

Use as seguintes seções para saber mais sobre essas opções.

Histograma

Use histogramas para ver as contagens dos valores de um recurso específico. Você pode 
inspecionar as relações entre os recursos usando a opção Colorir por. Por exemplo, o histograma 
a seguir mostra a distribuição das avaliações dos usuários dos livros mais vendidos na Amazon de 
2009 a 2019, coloridos por gênero.
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Você pode usar o recurso Facet by para criar histogramas de uma coluna, para cada valor em outra 
coluna. Por exemplo, o diagrama a seguir mostra histogramas das análises de usuários dos livros 
mais vendidos na Amazon, organizados por ano.
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Gráfico de dispersão

Use o recurso Gráfico de dispersão para inspecionar a relação entre os recursos. Para criar um 
gráfico de dispersão, selecione um recurso para plotar no eixo X e no eixo Y. Ambas as colunas 
devem ser colunas de tipo numérico.

Você pode colorir gráficos de dispersão usando uma coluna adicional. Por exemplo, o exemplo a 
seguir exibe um gráfico de dispersão que compara o número de análises em relação às análises dos 
usuários dos livros mais vendidos na Amazon entre 2009 e 2019. O gráfico de dispersão é colorido 
por gênero de livro.
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Além disso, você pode facetar gráficos de dispersão por recursos. Por exemplo, a imagem a seguir 
mostra um exemplo do mesmo gráfico de dispersão de análises versus análises de usuários, 
facetado por ano.
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Resumo da tabela

Use a análise de Resumo da tabela para resumir rapidamente seus dados.

Para colunas com dados numéricos, incluindo dados de log e flutuantes, um resumo da tabela relata 
o número de entradas (contagem), mínimo (mínimo), máximo (máximo), média e desvio padrão 
(stddev) para cada coluna.

Para colunas com dados não numéricos, incluindo colunas com dados de string, booleanos ou de 
data/hora, um resumo da tabela relata o número de entradas (contagem), o valor menos frequente 
(mínimo) e o valor mais frequente (máximo).

Modelo rápido

Use a visualização do Modelo rápidol para avaliar rapidamente seus dados e produzir pontuações de 
importância para cada recurso. Uma pontuação de importância de um recurso indica a utilidade de 
um recurso na previsão de um rótulo de destino. A pontuação de importância do recurso está entre 
[0, 1] e um número maior indica que o recurso é mais importante para todo o conjunto de dados. 
Na parte superior do gráfico rápido do modelo, há uma pontuação do modelo. Um problema de 
classificação mostra uma pontuação na F1. Um problema de regressão tem uma pontuação de erro 
quadrático médio (MSE).

Analisar e visualizar 2332

http://spark.apache.org/docs/2.1.0/api/python/pyspark.ml.html#pyspark.ml.classification.DecisionTreeClassificationModel.featureImportances


Amazon SageMaker Guia do Desenvolvedor

Ao criar um gráfico de modelo rápido, você seleciona um conjunto de dados que deseja avaliar e 
um rótulo de destino com o qual deseja comparar a importância do recurso. O Data Wrangler faz o 
seguinte:

• Infere os tipos de dados para o rótulo de destino e cada recurso no conjunto de dados 
selecionado.

• Determina o tipo de problema. Com base no número de valores distintos na coluna do rótulo, o 
Data Wrangler determina se esse é um tipo de problema de regressão ou classificação. O Data 
Wrangler define um limite categórico para 100. Se houver mais de 100 valores distintos na coluna 
do rótulo, o Data Wrangler o classifica como um problema de regressão; caso contrário, ele é 
classificado como um problema de classificação.

• Pré-processa os recursos e os dados de rótulos para treinamento. O algoritmo usado requer 
recursos de codificação para tipo vetorial e rótulos de codificação para tipo duplo.

• Treina um algoritmo de floresta aleatório com 70% dos dados. O Spark's
RandomForestRegressoré usado para treinar um modelo para problemas de regressão. O
RandomForestClassifieré usado para treinar um modelo para problemas de classificação.

• Avalia um modelo de floresta aleatória com os 30% restantes dos dados. O Data Wrangler avalia 
modelos de classificação usando uma pontuação F1 e avalia modelos de regressão usando uma 
pontuação MSE.

• Calcula a importância do recurso para cada recurso usando o método de importância de Gini.

A imagem a seguir mostra a interface de usuário do recurso de modelo rápido.
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Vazamento do destino

O vazamento de destino ocorre quando há dados em um conjunto de dados de treinamento de 
machine learning que estão fortemente correlacionados com o rótulo de destino, mas não estão 
disponíveis em dados do mundo real. Por exemplo, você pode ter uma coluna em seu conjunto de 
dados que serve como proxy para a coluna que você deseja prever com seu modelo.

Ao usar a análise Vazamento do destino, você especifica o seguinte:

• Destino: esse é o recurso sobre o qual você deseja que seu modelo de ML seja capaz de fazer 
previsões.

• Tipo de problema: esse é o tipo de problema de ML no qual você está processando. O tipo de 
problema pode ser classificação ou regressão.

• (Opcional) Máximo de recursos: esse é o número máximo de recursos a serem apresentados na 
visualização, que mostra os recursos classificados de acordo com o risco de serem vazamentos de 
destino.
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Para classificação, a análise de vazamento destino usa a área sob o recurso de operação do 
receptor ou a curva AUC - ROC para cada coluna, até os Recursos máximos. Para regressão, ele 
usa um coeficiente de determinação ou métrica R2.

A curva AUC-ROC fornece uma métrica preditiva, calculada individualmente para cada coluna 
usando validação cruzada, em uma amostra de aproximadamente até 1000 linhas. Uma pontuação 
de 1 indica habilidades preditivas perfeitas, o que geralmente indica vazamento do destino. Uma 
pontuação de 0,5 ou menos indica que as informações na coluna não poderiam fornecer, por si só, 
nenhuma informação útil para prever o destino. Embora seja possível que uma coluna seja pouco 
informativa por si só, mas seja útil na previsão do destino quando usada em conjunto com outras 
características, uma pontuação baixa pode indicar que o recurso é redundante.

Por exemplo, a imagem a seguir mostra um relatório de vazamento destino para um problema de 
classificação de diabetes, ou seja, prever se uma pessoa tem diabetes ou não. Uma curva AUC - 
ROC é usada para calcular a capacidade preditiva de cinco recursos, e todos são determinados 
como protegidos contra vazamentos de destinos.

Multicolinearidade

A multicolinearidade é uma circunstância em que duas ou mais variáveis preditoras estão 
relacionadas entre si. As variáveis preditoras são os recursos do seu conjunto de dados que você 
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está usando para prever uma variável destino. Quando você tem multicolinearidade, as variáveis 
preditoras não são apenas preditivas da variável destino, mas também preditivas umas das outras.

Você pode usar o Fator de inflação de variância (VIF), a Análise de componentes principais (PCA)
ou a seleção do recurso Lasso como medidas para a multicolinearidade em seus dados. Para obter 
mais informações, consulte.

Variance Inflation Factor (VIF)

O Fator de inflação de variância (VIF) é uma medida de colinearidade entre pares de variáveis. O 
Data Wrangler retorna uma pontuação VIF como uma medida de quão estreitamente as variáveis 
estão relacionadas entre si. Uma pontuação de VIF é um número positivo que é maior ou igual a 
1.

Uma pontuação de 1 significa que a variável não está correlacionada com as outras variáveis. 
Pontuações maiores que 1 indicam maior correlação.

Teoricamente, você pode ter uma pontuação de VIF com um valor infinito. O Data Wrangler reduz 
as pontuações mais altas para 50. Se você tiver uma pontuação de VIF maior que 50, o Data 
Wrangler define a pontuação como 50.

Você pode usar as seguintes diretrizes para interpretar suas pontuações de VIF:

• Uma pontuação de VIF menor ou igual a 5 indica que as variáveis estão moderadamente 
correlacionadas com as outras variáveis.

• Uma pontuação de VIF menor ou igual a 5 indica que as variáveis estão moderadamente 
correlacionadas com as outras variáveis.

Principle Component Analysis (PCA)

A Análise de Componentes Principais (PCA) mede a variação dos dados em diferentes direções 
no espaço de recursos. O espaço de recursos consiste em todas as variáveis preditoras que você 
usa para prever a variável destino em seu conjunto de dados.

Por exemplo, se você está tentando prever quem sobreviveu no RMS Titanic depois que ele 
atingiu um iceberg, seu espaço especial pode incluir a idade, o sexo e a tarifa que os passageiros 
pagaram.

A partir do espaço de recursos, o PCA gera uma lista ordenada de variações. Essas variações 
também são conhecidas como valores singulares. Os valores na lista de variâncias são maiores 
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ou iguais a 0. Podemos usá-los para determinar quanta multicolinearidade existe em nossos 
dados.

Quando os números são aproximadamente uniformes, os dados têm pouquíssimas instâncias de 
multicolinearidade. Quando há muita variabilidade entre os valores, temos muitos exemplos de 
multicolinearidade. Antes de executar o PCA, o Data Wrangler normaliza cada recurso para ter 
uma média de 0 e um desvio padrão de 1.

Note

O PCA nessa circunstância também pode ser chamado de Decomposição de Valor 
Singular (SVD).

Lasso feature selection

A seleção de recursos do Lasso usa a técnica de regularização L1 para incluir apenas os 
recursos mais preditivos em seu conjunto de dados.

Tanto para classificação quanto para regressão, a técnica de regularização gera um coeficiente 
para cada recurso. O valor absoluto do coeficiente fornece uma pontuação de importância para o 
recurso. Uma pontuação de importância mais alta indica que é mais preditiva da variável-destino. 
Um método comum de seleção de características é utilizar todas as características que têm um 
coeficiente lasso não nulo.

Detectar anomalias em dados de séries temporais

Você pode usar a visualização de detecção de anomalias para ver valores discrepantes em 
seus dados de séries temporais. Para entender o que determina uma anomalia, você precisa 
entender que decompomos a série temporal em um termo previsto e um termo de erro. Tratamos a 
sazonalidade e a tendência da série temporal como o termo previsto. Tratamos os resíduos como o 
termo de erro.

Para o termo de erro, você especifica um limite como o número de desvios padrão que o resíduo 
pode afastar da média para que seja considerado uma anomalia. Por exemplo, é possível especificar 
um limite como sendo 3 desvios padrão. Qualquer resíduo maior que 3 desvios padrão da média é 
uma anomalia.

Você pode usar o procedimento a seguir para realizar uma análise de detecção de anomalias.
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1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar análise.

3. Para Tipo de análise, escolha Séries temporais.

4. Para Visualização, escolha Detecção de anomalias.

5. Em Limite de anomalia, escolha o limite em que um valor é considerado uma anomalia.

6. Escolha Visualizar para gerar uma visualização prévia da análise.

7. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Decomposição de tendências sazonais em dados de séries temporais

Você pode determinar se há sazonalidade em seus dados de séries temporais usando a visualização 
de Decomposição de tendências sazonais. Usamos o método STL (Decomposição de tendência 
sazonal usando LOESS) para realizar a decomposição. Decompomos a série temporal em seus 
componentes sazonais, de tendência e residuais. A tendência reflete a progressão a longo prazo da 
série. O componente sazonal é um sinal que se repete em um período de tempo. Depois de remover 
a tendência e os componentes sazonais da série temporal, você tem o resíduo.

Você pode usar o procedimento a seguir para realizar uma análise de decomposição de tendência 
sazonal.

1. Abra seu fluxo de dados do Data Wrangler.

2. No seu fluxo de dados, em Tipos de dados, escolha o + e selecione Adicionar análise.

3. Para Tipo de análise, escolha Séries temporais.

4. Para Visualização, escolha Decomposição de tendências sazonais.

5. Em Limite de anomalia, escolha o limite em que um valor é considerado uma anomalia.

6. Escolha Visualizar para gerar uma visualização prévia da análise.

7. Escolha Adicionar para adicionar a transformação ao fluxo de dados do Data Wrangler.

Relatório de viés

Você pode usar o relatório de viés no Data Wrangler para descobrir possíveis vieses em seus dados. 
Para gerar um relatório de viés, você deve especificar a coluna de destino, ou Rótulo, que você 
deseja prever e uma Faceta, ou a coluna que você deseja inspecionar quanto a vieses.
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Rótulo: o recurso sobre o qual você deseja que um modelo faça previsões. Por exemplo, se você 
estiver prevendo a conversão do cliente, poderá selecionar uma coluna contendo dados sobre se 
um cliente fez ou não um pedido. Você também deve especificar se esse recurso é um rótulo ou 
um limite. Se você especificar um rótulo, deverá especificar a aparência de um resultado positivo
em seus dados. No exemplo de conversão do cliente, um resultado positivo pode ser 1 na coluna 
de pedidos, representando o resultado positivo de um cliente que fez um pedido nos últimos três 
meses. Se você especificar um limite, é necessário também especificar um limite inferior que define 
um resultado positivo. Por exemplo, se as colunas de pedidos do cliente contiverem o número de 
pedidos feitos no último ano, talvez você queira especificar 1.

Faceta: a coluna que você deseja inspecionar em busca de vieses. Por exemplo, se você está 
tentando prever a conversão de clientes, a sua faceta pode ser a idade do cliente. Você pode 
escolher essa faceta porque acredita que seus dados são tendenciosos para uma determinada faixa 
etária. Você deve identificar se a faceta é medida como um valor ou limite. Por exemplo, se você 
quiser inspecionar uma ou mais idades específicas, selecione Valor e especifique essas idades. 
Se você deseja analisar um grupo etário específico, você seleciona o Limite e especifica o limite de 
idades que deseja inspecionar.

Depois de selecionar seu recurso e rótulo, você seleciona os tipos de métricas de viés que deseja 
calcular.

Para saber mais, consulte Gerar relatórios de parcialidade nos dados de pré-treinamento.

Criar visualizações personalizadas

Você pode adicionar uma análise ao seu fluxo do Data Wrangler para criar uma visualização 
personalizada. Seu conjunto de dados, com todas as transformações que você aplicou, está 
disponível como Pandas. DataFrame O Data Wrangler usa a variável df para armazenar o quadro 
de dados. Você acessa o quadro de dados chamando a variável.

Você deve fornecer a variável de saída, chart, para armazenar um gráfico de saída do Altair. Por 
exemplo, você pode usar o seguinte bloco de código para criar um histograma personalizado usando 
o conjunto de dados do Titanic.

import altair as alt
df = df.iloc[:30]
df = df.rename(columns={"Age": "value"})
df = df.assign(count=df.groupby('value').value.transform('count'))
df = df[["value", "count"]]
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base = alt.Chart(df)
bar = base.mark_bar().encode(x=alt.X('value', bin=True, axis=None), y=alt.Y('count'))
rule = base.mark_rule(color='red').encode( 
    x='mean(value):Q', 
    size=alt.value(5))
chart = bar + rule

Para criar uma visualização personalizada:

1. Ao lado do nó que contém a transformação que você gostaria de visualizar, escolha o +.

2. Escolha Adicionar análise.

3. Em Tipo de análise, escolha Visualização personalizada.

4. Em Nome da análise, especifique um nome.

5. Insira seu código na caixa do código.

6. Escolha Visualizar para visualizar sua visualização.

7. Escolha Salvar para adicionar sua visualização.
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Se você não souber como usar o pacote de visualização Altair em Python, você pode usar trechos de 
código personalizados para ajudá-lo a começar.

Data Wrangler possui uma coleção pesquisável de trechos de código de visualização. Para usar um 
trecho de visualização, escolha Pesquisar trechos de exemplo e especifique uma consulta na barra 
de pesquisa.

O exemplo a seguir usa o trecho de código para um gráfico de dispersão com bins. Traça um 
histograma para 2 dimensões.

Os trechos de código possuem comentários para ajudar você a entender as alterações que precisa 
fazer no código. Normalmente, é necessário especificar os nomes das colunas do seu conjunto de 
dados no código.

import altair as alt
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# Specify the number of top rows for plotting
rows_number = 1000
df = df.head(rows_number)   
# You can also choose bottom rows or randomly sampled rows
# df = df.tail(rows_number)
# df = df.sample(rows_number)

chart = ( 
    alt.Chart(df) 
    .mark_circle() 
    .encode( 
        # Specify the column names for binning and number of bins for X and Y axis 
        x=alt.X("col1:Q", bin=alt.Bin(maxbins=20)), 
        y=alt.Y("col2:Q", bin=alt.Bin(maxbins=20)), 
        size="count()", 
    )
)

# :Q specifies that label column has quantitative type.
# For more details on Altair typing refer to
# https://altair-viz.github.io/user_guide/encoding.html#encoding-data-types 
         

Reutilização de fluxos de dados para diferentes conjuntos de dados

Para fontes de dados do Amazon Simple Storage Service (Amazon S3), você pode criar e usar 
parâmetros. Um parâmetro é uma variável que você salvou no fluxo do Data Wrangler. Seu valor 
pode ser qualquer parte do caminho do Amazon S3 da fonte de dados. Use parâmetros para alterar 
rapidamente os dados que você está importando para um fluxo do Data Wrangler ou exportando 
para uma tarefa de processamento. Você também pode usar parâmetros para selecionar e importar 
um subconjunto específico dos seus dados.

Depois de criar um fluxo do Data Wrangler, você pode ter treinado um modelo com base nos dados 
que você transformou. Para conjuntos de dados que têm o mesmo esquema, você pode usar 
parâmetros para aplicar as mesmas transformações em um conjunto de dados diferente e treinar um 
modelo diferente. Você pode usar os novos conjuntos de dados para realizar inferências com seu 
modelo ou pode usá-los para retreinar seu modelo.

Em geral, os parâmetros têm os seguintes atributos:
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• Nome – O nome que você especifica para o parâmetro

• Tipo – O tipo de valor que o parâmetro representa

• Valor padrão – O valor do parâmetro quando você não especifica um novo valor

Note

Os parâmetros de data e hora têm um atributo de intervalo de tempo que eles usam como 
valor padrão.

O Data Wrangler usa chaves curvas, {{}}, para indicar que um parâmetro está sendo usado 
no caminho do Amazon S3. Por exemplo, você pode ter uma URL como s3://DOC-EXAMPLE-
BUCKET1/{{example_parameter_name}}/example-dataset.csv.

Você cria um parâmetro ao editar a fonte de dados do Amazon S3 que você importou. Você pode 
definir qualquer parte do caminho do arquivo como um valor de parâmetro. É possível definir o 
valor do parâmetro como um valor ou um padrão. A seguir estão os tipos de valores de parâmetros 
disponíveis no fluxo do Data Wrangler:

• Número

• String

• Padrão

• Datetime

Note

Você não pode criar um parâmetro padrão ou um parâmetro de data e hora para o nome do 
bucket no caminho do Amazon S3.

Você deve definir um número como o valor padrão de um parâmetro numérico. Você pode 
alterar o valor do parâmetro para um número diferente ao editar um parâmetro ou ao iniciar um 
trabalho de processamento. Por exemplo, no caminho do S3, s3://DOC-EXAMPLE-BUCKET/
example-prefix/example-file-1.csv, você pode criar um parâmetro numérico nomeado
number_parameter no lugar de 1. Seu caminho do S3 agora aparece como s3://DOC-EXAMPLE-
BUCKET/example-prefix/example-file-{{number_parameter}}.csv. O caminho 
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continua apontando para o example-file-1.csv conjunto de dados até que você altere o valor 
do parâmetro. Se você alterar o valor de number_parameter para, 2 o caminho será agora
s3://DOC-EXAMPLE-BUCKET/example-prefix/example-file-2.csv. Você pode example-
file-2.csv importar para o Data Wrangler se tiver carregado o arquivo para esse local do Amazon 
S3.

Um parâmetro de string armazena uma string como seu valor padrão. Por exemplo, no caminho do 
S3, s3://DOC-EXAMPLE-BUCKET/example-prefix/example-file-1.csv, você pode criar 
um parâmetro de string chamado string_parameter no lugar do nome do arquivo, example-
file-1.csv. O caminho agora aparece como s3://DOC-EXAMPLE-BUCKET/example-prefix/
{{string_parameter}}. Ele continua a coincidir s3://DOC-EXAMPLE-BUCKET/example-
prefix/example-file-1.csv até que você altere o valor do parâmetro.

Em vez de especificar o nome do arquivo como um parâmetro de string, você pode criar um 
parâmetro de string usando todo o caminho do Amazon S3. Você pode especificar um conjunto de 
dados de qualquer local do Amazon S3 no parâmetro string.

Um parâmetro de padrão armazena uma string de expressão regular (Python REGEX) como seu 
valor padrão. É possível usar um parâmetro de padrão para importar vários arquivos de dados ao 
mesmo tempo. Para importar mais de um objeto por vez, especifique um valor de parâmetro que 
corresponda aos objetos do Amazon S3 que você está importando.

Você também pode criar um parâmetro de padrão para os seguintes conjuntos de dados:

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-file-1.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-file-2.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-file-10.csv

• s3://DOC-EXAMPLE-BUCKET/example-prefix/example-file-0123.csv

Para s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-file-1.csv, você pode criar 
um parâmetro padrão no lugar 1 de e definir o valor padrão do parâmetro como \d+. A string \d+
REGEX corresponde a qualquer um ou mais dígitos decimais. Se você criar um parâmetro de padrão 
chamado pattern_parameter, seu caminho do S3 aparecerá como s3://DOC-EXAMPLE-
BUCKET1/example-prefix/example-file-{{pattern_parameter}}.csv.

Você também pode usar parâmetros de padrão para combinar todos os objetos CSV em seu bucket. 
Para combinar todos os objetos em um bucket, crie um parâmetro de padrão com o valor padrão de
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.* e defina o caminho como s3://DOC-EXAMPLE-BUCKET/{{pattern_parameter}}.csv. O 
caractere .* corresponde a qualquer caractere de string no caminho.

O caminho s3://DOC-EXAMPLE-BUCKET/{{pattern_parameter}}.csv pode corresponder 
aos seguintes conjuntos de dados.

• example-file-1.csv

• other-example-file.csv

• example-file-a.csv

Um parâmetro de data e hora armazena o formato com as seguintes informações:

• Um formato para analisar strings dentro de um caminho do Amazon S3.

• Um intervalo de tempo relativo para limitar os valores de data e hora correspondentes

Por exemplo, no caminho do arquivo Amazon S3, s3://DOC-EXAMPLE-BUCKET/2020/01/01/
example-dataset.csv, 2020/01/01 representa um datetime no formato de year/month/day. 
Você pode definir o intervalo de tempo do parâmetro para um intervalo como 1 years ou 24 
hours. Um intervalo de 1 years corresponde a todos os caminhos do S3 com datas que estão 
entre a hora atual e a hora exatamente um ano antes da hora atual. A hora atual é a hora em que 
você começa a exportar as transformações feitas nos dados. Para obter mais informações sobre 
como exportar os dados, consulte Export. Se a data atual for 01/01/2022 e o intervalo de tempo for 1 
years, o caminho do S3 corresponderá a conjuntos de dados como os seguintes:

• s3://DOC-EXAMPLE-BUCKET /2021/01/01/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET/2021/06/30/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET/2021/12/31/example-dataset.csv

Os valores de data e hora em um intervalo de tempo relativo mudam com o passar do tempo. Os 
caminhos do S3 que estão dentro do intervalo de tempo relativo também podem ser diferentes.

Para o caminho do arquivo Amazon S3, s3://DOC-EXAMPLE-BUCKET1/20200101/example-
dataset.csv, 20220101 é um exemplo de um caminho que pode se tornar um parâmetro de data 
e hora.

Para visualizar uma tabela de todos os parâmetros que você criou no fluxo do Data Wrangler, 
escolha `{{}}` à direita da caixa de texto contendo o caminho do Amazon S3. Você pode editar 
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ou excluir um parâmetro que você criou, caso não precise mais dele. Para editar ou excluir um 
parâmetro, escolha os ícones à direita do parâmetro.

Important

Antes de excluir um parâmetro, verifique se você não o usou em nenhum lugar do fluxo do 
Data Wrangler. Parâmetros excluídos que ainda estão dentro do fluxo causam erros.

Você pode criar parâmetros para qualquer etapa do fluxo do Data Wrangler. Você pode editar 
ou excluir um parâmetro que criou. Se você estiver aplicando transformações em dados que não 
são mais relevantes para seu caso de uso, você pode modificar os valores dos parâmetros. A 
modificação dos valores dos parâmetros altera os dados que você está importando.

As seções a seguir apresentam mais exemplos e orientações gerais sobre o uso de parâmetros. 
Você pode usar as seções para entender os parâmetros que funcionam melhor para você.

Note

As seções a seguir contêm procedimentos que usam a interface do Data Wrangler para 
substituir os parâmetros e criar uma tarefa de processamento.
Você também pode substituir os parâmetros usando os procedimentos a seguir.

Para exportar seu fluxo do Data Wrangler e substituir o valor de um parâmetro, faça o 
seguinte.

1. Escolha o + próximo ao nó que você deseja separar.

2. Selecione Exportar para.

3. Escolha o local para onde você está exportando os dados.

4. Em parameter_overrides, especifique valores diferentes para os parâmetros que 
você criou.

5. Executar o caderno Jupyter.

Aplicação de um fluxo do Data Wrangler a arquivos usando padrões

Você pode usar parâmetros para aplicar transformações em seu fluxo do Data Wrangler a arquivos 
diferentes que correspondam a um padrão no caminho URI do Amazon S3. Ele ajuda você a 
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especificar os arquivos no bucket do S3 que você deseja transformar com alta especificidade. Por 
exemplo, você pode ter um conjunto de dados com o caminho s3://DOC-EXAMPLE-BUCKET1/
example-prefix-0/example-prefix-1/example-prefix-2/example-dataset.csv. 
Conjuntos de dados diferentes nomeados example-dataset.csv são armazenados sob muitos 
prefixos de exemplo diferentes. Os prefixos também podem ser numerados sequencialmente. É 
possível criar padrões para os números no URI do Amazon S3. Os parâmetros de padrão usam 
REGEX para selecionar qualquer número de arquivos que correspondam ao padrão da expressão. A 
seguir estão os padrões REGEX que podem ser úteis:

• .* – Corresponde a zero ou mais de qualquer caractere, exceto caracteres de nova linha

• .+ – Corresponde a um ou mais caracteres de qualquer caractere, excluindo caracteres de nova 
linha

• \d+ – Corresponde a um ou mais dígitos decimais

• \w+ – Corresponde a um ou mais caracteres alfanuméricos

• [abc-_]{2,4} – Corresponde a uma string de dois, três ou quatro caracteres composta pelo 
conjunto de caracteres fornecido dentro de um conjunto de colchetes

• abc|def – Corresponde a uma string ou outra. Por exemplo, a operação corresponde a abc ou
def

Você pode substituir cada número nos caminhos a seguir por um único parâmetro que tenha um 
valor de \d+.

• s3://DOC-EXAMPLE-BUCKET1/example-prefix-3/example-prefix-4/example-
prefix-5/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix-8/example-prefix-12/example-
prefix-13/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix-4/example-prefix-9/example-
prefix-137/example-dataset.csv

O procedimento a seguir cria um parâmetro padrão para um conjunto de dados com o caminho
s3://DOC-EXAMPLE-BUCKET1/example-prefix-0/example-prefix-1/example-
prefix-2/example-dataset.csv.

Para criar um parâmetro de padrão, faça o seguinte.

1. Ao lado do conjunto de dados que você importou, escolha Editar conjunto de dados.
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2. Destaque a 0 entrada example-prefix-0.

3. Especifique valores para os seguintes campos:

• Nome – Um nome para o parâmetro

• Tipo – Padrão

• Valor —\ d+ uma expressão regular que corresponde a um ou mais dígitos

4. Escolha Criar.

5. Substitua o caminho do URI 1 e o 2 no S3 pelo parâmetro. O caminho deve 
ter o seguinte formato: s3://DOC-EXAMPLE-BUCKET1/example-prefix-
{{example_parameter_name}}/example-prefix-{{example_parameter_name}}/
example-prefix-{{example_parameter_name}}/example-dataset.csv

A seguir está um procedimento geral para criar um parâmetro de padrão.

1. Navegue até o fluxo do Data Wrangler.

2. Ao lado do conjunto de dados que você importou, escolha Editar conjunto de dados.

3. Destaque a parte do URI que você está usando como valor do parâmetro padrão.

4. Escolha Criar parâmetro personalizado.

5. Especifique valores para os seguintes campos:

• Nome – Um nome para o parâmetro

• Tipo – Padrão

• Valor – Uma expressão regular contendo o padrão que você gostaria de armazenar.

6. Escolha Criar.

Aplicação de um fluxo do Data Wrangler a arquivos usando valores numéricos

Você pode usar parâmetros para aplicar transformações no fluxo do Data Wrangler a arquivos 
diferentes que tenham caminhos semelhantes. Por exemplo, você pode ter um conjunto de dados 
com o caminho s3://DOC-EXAMPLE-BUCKET1/example-prefix-0/example-prefix-1/
example-prefix-2/example-dataset.csv.

Você pode ter as transformações do fluxo do Data Wrangler que você aplicou aos conjuntos de 
dados abaixo example-prefix-1. Talvez você queira aplicar as mesmas transformações às
example-dataset.csv que se enquadram em example-prefix-10 ou example-prefix-20.
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Você pode criar um parâmetro que armazene o valor 1. Se quiser aplicar as transformações a 
conjuntos de dados diferentes, você pode criar trabalhos de processamento que substituam o valor 
do parâmetro por um valor diferente. O parâmetro atua como um espaço reservado para você alterar 
quando quiser aplicar as transformações do fluxo do Data Wrangler aos novos dados. Você pode 
substituir o valor do parâmetro ao criar uma tarefa de processamento do Data Wrangler para aplicar 
as transformações no fluxo do Data Wrangler a diferentes conjuntos de dados.

Use o procedimento a seguir para criar um filtro de campo numérico para s3://DOC-EXAMPLE-
BUCKET1/example-prefix-0/example-prefix-1/example-prefix-2/example-
dataset.csv.

Para criar parâmetros para o caminho anterior do URI do S3, faça o seguinte.

1. Navegue até o fluxo do Data Wrangler.

2. Ao lado do conjunto de dados que você importou, escolha Editar conjunto de dados.

3. Destaque o número em um exemplo de prefixo de example-prefix-number.

4. Escolha Criar parâmetro personalizado.

5. Em Nome, digite um nome para o parâmetro.

6. Em Tipo, escolha Inteiro.

7. Em Valor, especifique o número.

8. Crie parâmetros para os números restantes repetindo o procedimento.

Depois de criar os parâmetros, aplique as transformações ao seu conjunto de dados e crie um nó de 
destino para elas. Para obter mais informações sobre nós de destino, consulte Export.

Use o procedimento a seguir para aplicar as transformações do fluxo do Data Wrangler em um 
intervalo de tempo diferente. Ele pressupõe que você tenha criado um nó de destino para as 
transformações em seu fluxo.

Para alterar o valor de um parâmetro numérico em uma tarefa de processamento do Data Wrangler, 
faça o seguinte.

1. No fluxo do Data Wrangler, escolha Criar trabalho

2. Selecione somente o nó de destino que contém as transformações no conjunto de dados 
contendo os parâmetros de data e hora.

3. Selecione Configurar trabalho.
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4. Selecione Parâmetros.

5. Escolha o nome do parâmetro que você criou.

6. Modifique o valor do parâmetro.

7. Repita o procedimento para os outros parâmetros.

8. Escolha Executar.

Aplicação de um fluxo do Data Wrangler a arquivos usando cadeias de caracteres

Você pode usar parâmetros para aplicar transformações no fluxo do Data Wrangler a arquivos 
diferentes que tenham caminhos semelhantes. Por exemplo, você pode ter um conjunto de dados 
com o caminho s3://DOC-EXAMPLE-BUCKET1/example-prefix/example-dataset.csv.

Você pode ter transformações do fluxo do Data Wrangler que você aplicou aos conjuntos de dados 
abaixo example-prefix. Talvez você queira aplicar as mesmas transformações example-
dataset.csv abaixo de another-example-prefix ou example-prefix-20.

Você pode criar um parâmetro que armazene o valor example-prefix. Se quiser aplicar as 
transformações a conjuntos de dados diferentes, você pode criar trabalhos de processamento 
que substituam o valor do parâmetro por um valor diferente. O parâmetro atua como um espaço 
reservado para você alterar quando quiser aplicar as transformações do fluxo do Data Wrangler aos 
novos dados. Você pode substituir o valor do parâmetro ao criar uma tarefa de processamento do 
Data Wrangler para aplicar as transformações no fluxo do Data Wrangler a diferentes conjuntos de 
dados.

Use o procedimento a seguir para criar um parâmetro para s3://DOC-EXAMPLE-BUCKET1/
example-prefix/example-dataset.csv.

Para criar um parâmetro para o caminho anterior do URI do S3, faça o seguinte.

1. Navegue até o fluxo do Data Wrangler.

2. Ao lado do conjunto de dados que você importou, escolha Editar conjunto de dados.

3. Destaque o prefixo de exemplo, example-prefix.

4. Escolha Criar parâmetro personalizado.

5. Em Nome, digite um nome para o parâmetro.

6. Para Type (Tipo), escolha String.

7. Em Valor, especifique o prefixo.
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Depois de criar o parâmetro, aplique as transformações ao seu conjunto de dados e crie um nó de 
destino para elas. Para obter mais informações sobre nós de destino, consulte Export.

Use o procedimento a seguir para aplicar as transformações do fluxo do Data Wrangler em um 
intervalo de tempo diferente. Ele pressupõe que você tenha criado um nó de destino para as 
transformações em seu fluxo.

Para alterar o valor de um parâmetro numérico em uma tarefa de processamento do Data Wrangler, 
faça o seguinte:

1. No fluxo do Data Wrangler, escolha Criar trabalho

2. Selecione somente o nó de destino que contém as transformações no conjunto de dados 
contendo os parâmetros de data e hora.

3. Selecione Configurar trabalho.

4. Selecione Parâmetros.

5. Escolha o nome do parâmetro que você criou.

6. Modifique o valor do parâmetro.

7. Repita o procedimento para os outros parâmetros.

8. Escolha Executar.

Aplicando um fluxo do Data Wrangler a diferentes intervalos de data e hora

Use parâmetros de data e hora para aplicar transformações em seu fluxo do Data Wrangler em 
diferentes intervalos de tempo. Destaque a parte do URI do Amazon S3 que tem um carimbo de 
data/hora e crie um parâmetro para ela. Ao criar um parâmetro, você especifica um intervalo de 
tempo da hora atual até uma hora no passado. Por exemplo, você pode ter um URI do Amazon S3 
que se parece com o seguinte: s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/05/15/
example-dataset.csv. Você pode salvar 2022/05/15 como um parâmetro de data e hora. 
Se você especificar um ano como intervalo de tempo, o intervalo de tempo incluirá o momento 
em que você executa o trabalho de processamento contendo o parâmetro de data e hora e a 
hora de exatamente um ano atrás. Se o momento em que você estiver executando o trabalho de 
processamento for 6 de setembro de 2022 ou 2022/09/06, os intervalos de tempo podem incluir o 
seguinte:

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/03/15/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/01/08/example-dataset.csv
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• s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/07/31/example-dataset.csv

• s3://DOC-EXAMPLE-BUCKET1/example-prefix/2021/09/07/example-dataset.csv

As transformações no fluxo do Data Wrangler se aplicam a todos os prefixos anteriores. Alterar 
o valor do parâmetro na tarefa de processamento não altera o valor do parâmetro no fluxo do 
Data Wrangler. Para aplicar as transformações aos conjuntos de dados em um intervalo de tempo 
diferente, faça o seguinte:

1. Crie um nó de destino contendo todas as transformações que gostaria de usar.

2. Crie uma tarefa do Data Wrangler.

3. Configure a tarefa para usar um intervalo de tempo diferente para o parâmetro. Alterar o valor do 
parâmetro na tarefa de processamento não altera o valor do parâmetro no fluxo do Data Wrangler.

Para obter mais informações sobre nós de destino e trabalhos do Data Wrangler, consulte Export.

O procedimento a seguir cria um parâmetro de data e hora para o caminho do Amazon S3:
s3://DOC-EXAMPLE-BUCKET1/example-prefix/2022/05/15/example-dataset.csv.

Para criar um parâmetro de data e hora para o caminho anterior do URI do S3, faça o seguinte.

1. Navegue até o fluxo do Data Wrangler.

2. Ao lado do conjunto de dados que você importou, escolha Editar conjunto de dados.

3. Destaque a parte do URI que você está usando como valor do parâmetro datetime.

4. Escolha Criar parâmetro personalizado.

5. Para Nome, digite um nome para o parâmetro.

6. Em Tipo, escolha Data e hora.

Note

Por padrão, o Data Wrangler seleciona Predefinido, que fornece um menu suspenso 
para você selecionar um formato de data. No entanto, o formato de carimbo de data/
hora que você está usando pode não estar disponível. Em vez de usar Predefinido como 
opção padrão, você pode escolher Personalizado e especificar o formato do carimbo de 
data/hora manualmente.
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7. Para Formato de data, abra o menu suspenso depois de Predefinido e escolha aaaa/mm/dd. O 
formato, aaaa/mm/dd, corresponde ao ano/mês/dia do timestamp.

8. Em Fuso horário, escolha um fuso horário.

Note

Os dados que você está analisando podem ter registros de data e hora em um 
fuso horário diferente do seu fuso horário. Verifique se o fuso horário selecionado 
corresponde ao fuso horário dos dados.

9. Em Intervalo de tempo, especifique o intervalo de tempo para o parâmetro.

10. (Opcional) Insira uma descrição para descrever como você está usando o parâmetro.

11. Escolha Criar.

Depois de criar os parâmetros de data e hora, aplique as transformações ao seu conjunto de dados e 
crie um nó de destino para elas. Para obter mais informações sobre nós de destino, consulte Export.

Use o procedimento a seguir para aplicar as transformações do fluxo do Data Wrangler em um 
intervalo de tempo diferente. Ele pressupõe que você tenha criado um nó de destino para as 
transformações em seu fluxo.

Para alterar o valor de um parâmetro de data e hora em uma tarefa de processamento do Data 
Wrangler, faça o seguinte:

1. No fluxo do Data Wrangler, escolha Criar trabalho

2. Selecione somente o nó de destino que contém as transformações no conjunto de dados 
contendo os parâmetros de data e hora.

3. Selecione Configurar trabalho.

4. Selecione Parâmetros.

5. Escolha o nome do parâmetro datetime que você criou.

6. Em Intervalo de tempo, altere o intervalo de tempo dos conjuntos de dados.

7. Escolha Executar.
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Export

No fluxo do Data Wrangler, você pode exportar algumas ou todas as transformações que você fez 
para seus pipelines de processamento de dados.

Um fluxo do Data Wrangler é a série de etapas de preparação de dados que você executou em 
seus dados. Na preparação de dados, você realiza uma ou mais transformações em seus dados. 
Cada transformação é feita usando uma etapa de transformação. O fluxo tem uma série de nós que 
representam a importação de seus dados e as transformações que você realizou. Para obter um 
exemplo de nós, consulte as imagens a seguir.

A imagem anterior mostra um fluxo do Data Wrangler com dois nós. O nó Fonte - amostra mostra a 
fonte de dados da qual você importou seus dados. O nó Tipos de dados indica que o Data Wrangler 
realizou uma transformação para converter o conjunto de dados em um formato utilizável.
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Cada transformação que você adiciona ao fluxo do Data Wrangler aparece como um nó adicional. 
Para obter mais informações sobre as transformações que você pode adicionar, consulte Dados 
de transformação. A imagem a seguir mostra um fluxo do Data Wrangler que tem um nó Renomear 
coluna para alterar o nome de uma coluna em um conjunto de dados.

Você pode exportar suas transformações de dados para o seguinte:

• Amazon S3

• SageMaker Oleodutos

• Loja de SageMaker recursos da Amazon

• Código Python

Important

Recomendamos que você use a política AmazonSageMakerFullAccess gerenciada do 
IAM para conceder AWS permissão para usar o Data Wrangler. Se você não usar a política 
gerenciada, poderá usar uma política do IAM que conceda ao Data Wrangler acesso a um 
bucket do Amazon S3. Para obter mais informações sobre a política, consulte Segurança e 
permissões.

Ao exportar seu fluxo de dados, você é cobrado pelos recursos AWS que usa. Você pode usar tags 
de alocação de custos para organizar e gerenciar os custos desses recursos. Você cria essas tags 
para seu perfil de usuário e o Data Wrangler as aplica automaticamente aos recursos usados para 
exportar o fluxo de dados. Para obter mais informações, consulte Usar tags de alocação de custos.

Exportar para o Amazon S3.

O Data Wrangler oferece a capacidade de exportar seus dados para um local dentro de um bucket 
do Amazon S3. Você pode especificar o local usando um dos seguintes métodos:

• Nó de destino — Onde o Data Wrangler armazena os dados depois de processá-los.

• Exportar para — Exporta os dados resultantes de uma transformação para o Amazon S3.

• Exportar dados — Para conjuntos de dados pequenos, pode exportar rapidamente os dados que 
você transformou.

Use as seções a seguir para saber mais sobre cada um desses métodos.
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Destination Node

Se você quiser enviar uma série de etapas de processamento de dados que você executou 
para o Amazon S3, crie um nó de destino. Um nó de destino informa ao Data Wrangler onde 
armazenar os dados depois de processá-los. Depois de criar um nó de destino, você cria um 
trabalho de processamento para gerar os dados. Um trabalho de processamento é um trabalho 
SageMaker de processamento da Amazon. Quando você usa um nó de destino, ele executa os 
recursos computacionais necessários para gerar os dados que você transformou no Amazon S3.

Você pode usar um nó de destino para exportar algumas das transformações ou todas as 
transformações que você fez em seu fluxo do Data Wrangler.

Você pode usar vários nós de destino para exportar diferentes transformações ou conjuntos 
de transformações. O exemplo a seguir mostra dois nós de destino em um único fluxo do Data 
Wrangler.
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Você pode usar o procedimento a seguir para criar nós de destino e exportar para um bucket do 
Amazon S3.

Para exportar seu fluxo de dados, você cria nós de destino e um trabalho do Data Wrangler 
para exportar os dados. A criação de uma tarefa do Data Wrangler inicia uma tarefa SageMaker 
de processamento para exportar seu fluxo. Você pode escolher os nós de destino que deseja 
exportar depois de criá-los.

Note

Você pode escolher Criar tarefa no fluxo do Data Wrangler para ver as instruções de uso 
de um trabalho de processamento.

Use o procedimento a seguir para criar nós de destino.

1. Escolha o + ao lado dos nós que representam as transformações que você deseja exportar.

2. Escolha Adicionar destino.
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3. Escolha Amazon S3.
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4. Especifique os seguintes campos:

• Nome do conjunto de dados — O nome que você especifica para o conjunto de dados que 
você está exportando.

• Tipo de arquivo — O formato do arquivo que você está exportando.

• Delimitador (somente arquivos CSV e Parquet) — O valor usado para separar outros 
valores.

• Compressão (somente arquivos CSV e Parquet) — O método de compactação usado para 
reduzir o tamanho do arquivo. É possível usar os seguintes métodos de compressão:

• bzip2

• desinflar

• gzip

• (Opcional) Localização do Amazon S3 — A localização do S3 que você está usando para 
gerar os arquivos.
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• (Opcional) Número de partições — O número de conjuntos de dados que você está 
gravando como saída do trabalho de processamento.

• (Opcional) Partição por coluna — grava todos os dados com o mesmo valor exclusivo da 
coluna.

• (Opcional) Parâmetros de inferência — Selecionar Gerar artefato de inferência aplica 
todas as transformações que você usou no fluxo do Data Wrangler aos dados que chegam 
ao seu pipeline de inferência. O modelo em seu pipeline faz previsões sobre os dados 
transformados.

5. Escolha Adicionar destino.

Use o procedimento a seguir para criar um trabalho em processamento.

Crie um trabalho na página Fluxo de dados e escolha os nós de destino que você deseja 
exportar.

Note

Você pode escolher Criar tarefa no fluxo do Data Wrangler para ver as instruções para 
criar um trabalho de processamento.

1. Escolha Criar trabalho. A imagem a seguir mostra o painel que aparece depois que você 
seleciona Criar tarefa.
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2. Em Nome do trabalho, especifique o nome do trabalho de exportação.

3. Selecione os nós de destino que deseja exportar.

4. (Opcional) Especifique um ARN de chave AWS KMS. Uma AWS KMS chave é uma chave 
criptográfica que você pode usar para proteger seus dados. Para obter mais informações 
sobre chaves do AWS KMS, consulte AWS Key Management Service.

5. (Opcional) Em Parâmetros treinados, escolha Reajustar se você tiver feito o seguinte:

• Coletou amostras do seu conjunto de dados

• Aplicou uma transformação que usa seus dados para criar uma nova coluna no conjunto 
de dados

Para obter mais informações sobre como reajustar as transformações que você fez em um 
conjunto de dados inteiro, consulte Reajuste as transformações em todo o conjunto de dados 
e exporte-as.
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Note

Para dados de imagem, o Data Wrangler exporta as transformações que você fez em 
todas as imagens. Reajustar as transformações não é aplicável ao seu caso de uso.

6. Selecione Configurar trabalho. A imagem a seguir mostra a página Configurar tarefa.

7. (Opcional) Configure o trabalho do Data Wrangler. Você pode usar o seguinte exemplo de 
configuração:

• Configuração do trabalho

• Configuração de memória Spark

• Configuração de rede

• Tags

• Parâmetros
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• Programações de associados

8. Escolha Executar.

Export to

Como alternativa ao uso de um nó de destino, você pode usar a opção Exportar para exportar
seu fluxo do Data Wrangler para o Amazon S3 usando um caderno Jupyter. Você pode escolher 
qualquer nó de dados em seu fluxo do Data Wrangler e exportá-lo. A exportação do nó de dados 
exporta a transformação que o nó representa e as transformações que a precedem.

Use o procedimento a seguir para gerar um caderno Jupyter e executá-lo para exportar seu fluxo 
do Data Wrangler para o Amazon S3.

1. Escolha o + próximo ao nó que você deseja separar.

2. Selecione Exportar para.

3. Escolha o Amazon S3 (via caderno Jupyter).

4. Executar o caderno Jupyter.

Quando você executa o notebook, ele exporta seu fluxo de dados (arquivo.flow) da Região da 
AWS mesma forma que o fluxo do Data Wrangler.
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O notebook fornece opções que você pode usar para configurar o trabalho de processamento e 
os dados que ele gera.

Important

Fornecemos configurações de trabalho para configurar a saída de seus dados. Para as 
opções de particionamento e memória do driver, é altamente recomendável que você não 
especifique uma configuração, a menos que já tenha conhecimento sobre elas.

Em Configuração do trabalho, você pode configurar o seguinte:

• output_content_type — O tipo de conteúdo do arquivo de saída. Usa CSV como formato 
padrão, mas você pode especificar Parquet.

• delimiter — O caractere usado para separar valores no conjunto de dados ao gravar em um 
arquivo CSV.

• compression — Se definido, comprime o arquivo de saída. Usa gzip como formato de 
compactação padrão.

• num_partitions — O número de partições ou arquivos que o Data Wrangler grava como 
saída.

• partition_by — Os nomes das colunas que você usa para particionar a saída.

Para alterar o formato do arquivo de saída de CSV para Parquet, altere o valor de "CSV" para
"Parquet". Para o restante dos campos anteriores, remova o comentário das linhas que contêm 
os campos que você deseja especificar.

Em (Opcional) Configurar a memória do driver do cluster Spark, você pode configurar as 
propriedades do Spark para o trabalho, como a memória do driver do Spark, no dicionário
config.

O seguinte mostra o dicionário config.

config = json.dumps({ 
    "Classification": "spark-defaults", 
    "Properties": { 
        "spark.driver.memory": f"{driver_memory_in_mb}m", 
    }
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}) 
                     

Para aplicar a configuração à tarefa de processamento, remova o comentário das seguintes 
linhas:

# data_sources.append(ProcessingInput(
#     source=config_s3_uri,
#     destination="/opt/ml/processing/input/conf",
#     input_name="spark-config",
#     s3_data_type="S3Prefix",
#     s3_input_mode="File",
#     s3_data_distribution_type="FullyReplicated"
# ))                         
                         
                     

Export data

Se você tiver uma transformação em um pequeno conjunto de dados que deseja exportar 
rapidamente, poderá usar o método Exportar dados. Quando você começa a escolher Exportar 
dados, o Data Wrangler trabalha de forma síncrona para exportar os dados que você transformou 
para o Amazon S3. Você não pode usar o Data Wrangler até que ele termine de exportar seus 
dados ou cancele a operação.

Para obter informações sobre como usar o método Exportar dados em seu fluxo do Data 
Wrangler, consulte o procedimento a seguir.

Para usar o método Exportar dados:

1. Escolha um nó em seu fluxo do Data Wrangler abrindo-o (clicando duas vezes nele).
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2. Configure como você deseja exportar os dados.

3. Escolha Exportar dados.

Quando você exporta seu fluxo de dados para um bucket do Amazon S3, o Data Wrangler armazena 
uma cópia do arquivo de fluxo no bucket do S3. Ele armazena o arquivo de fluxo sob o prefixo
data_wrangler_flows. Se você usar o bucket padrão do Amazon S3 para armazenar seus arquivos 
de fluxo, ele usa a seguinte convenção de nomenclatura: sagemaker-region-account number. 
Por exemplo, se o número da sua conta for 111122223333 e você estiver usando o Studio Classic 
em us-east-1, seus conjuntos de dados importados serão armazenados em. sagemaker-us-
east-1-111122223333 Neste exemplo, seus arquivos.flow criados em us-east-1 são armazenados 
em s3://sagemaker-region-account number/data_wrangler_flows/.

Exportação para SageMaker oleodutos

Quando quiser criar e implantar fluxos de trabalho de aprendizado de máquina (ML) em grande 
escala, você pode usar o SageMaker Pipelines para criar fluxos de trabalho que gerenciam e 
implantam trabalhos. SageMaker Com o SageMaker Pipelines, você pode criar fluxos de trabalho 
que gerenciam seus trabalhos de preparação de SageMaker dados, treinamento de modelos e 
implantação de modelos. Você pode usar os algoritmos primários SageMaker oferecidos usando 
SageMaker Pipelines. Para obter mais informações sobre SageMaker pipelines, consulte SageMaker 
Pipelines.
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Quando você exporta uma ou mais etapas do seu fluxo de dados para SageMaker Pipelines, o Data 
Wrangler cria um notebook Jupyter que você pode usar para definir, instanciar, executar e gerenciar 
um pipeline.

Use um caderno Jupyter para criar um pipeline

Use o procedimento a seguir para criar um notebook Jupyter para exportar seu fluxo do Data 
Wrangler para Pipelines. SageMaker

Use o procedimento a seguir para gerar um notebook Jupyter e executá-lo para exportar seu fluxo do 
Data Wrangler para Pipelines. SageMaker

1. Escolha o + próximo ao nó que você deseja separar.

2. Selecione Exportar para.

3. Escolha SageMaker Pipelines (via Jupyter Notebook).

4. Executar o caderno Jupyter.

Você pode usar o caderno Jupyter que o Data Wrangler produz para definir um pipeline. O pipeline 
inclui as etapas de processamento de dados que são definidas pelo fluxo do Data Wrangler.
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Você pode adicionar etapas adicionais ao seu pipeline adicionando etapas à lista steps no código a 
seguir no notebook:

pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[instance_type, instance_count], 
    steps=[step_process], #Add more steps to this list to run in your Pipeline
)

Para obter mais informações sobre a definição de pipelines, consulte Definir SageMaker pipeline.

Exportar para um endpoint de inferência

Use seu fluxo do Data Wrangler para processar dados no momento da inferência criando um pipeline 
de inferência SageMaker serial a partir do fluxo do Data Wrangler. Um pipeline de inferência é uma 
série de etapas que resulta em um modelo treinado fazendo previsões sobre novos dados. Um 
pipeline de inferência serial no Data Wrangler transforma os dados brutos e os fornece ao modelo de 
machine learning para uma previsão. Você cria, executa e gerencia o pipeline de inferência a partir 
de um notebook Jupyter no Studio Classic. Para obter mais informações sobre o acesso ao caderno, 
consulte Use um caderno Jupyter para criar um endpoint de inferência.

No notebook, você pode treinar um modelo de machine learning ou especificar um que já tenha 
treinado. Você pode usar o Amazon SageMaker Autopilot ou o XGBoost para treinar o modelo 
usando os dados que você transformou em seu fluxo do Data Wrangler.

O pipeline fornece a capacidade de realizar inferências em lote ou em tempo real. Você também 
pode adicionar o fluxo do Data Wrangler ao SageMaker Model Registry. Para obter mais informações 
sobre modelos de host, consulte Hospedar vários modelos em um contêiner atrás de um endpoint.

Important

Você não pode exportar seu fluxo do Data Wrangler para um endpoint de inferência se ele 
tiver as seguintes transformações:

• Ingressar

• concatenar

• Agrupar por
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Se você precisar usar as transformações anteriores para preparar seus dados, use o 
procedimento a seguir.

Para preparar seus dados para inferência com transformações sem suporte

1. Crie um fluxo do Data Wrangler.

2. Aplique as transformações anteriores que não são compatíveis.

3. Exportar os dados para um bucket do Amazon S3.

4. Crie um fluxo de Data Wrangler separado.

5. Importe os dados que você exportou do fluxo anterior.

6. Aplique as transformações restantes.

7. Crie um pipeline de inferência serial usando o caderno Jupyter que fornecemos.

Para obter informações sobre como exportar dados para um bucket do Amazon S3, consulte
Exportar para o Amazon S3.. Para obter informações sobre como abrir o caderno Jupyter 
usado para criar o pipeline de inferência serial, consulte Use um caderno Jupyter para criar 
um endpoint de inferência.

O Data Wrangler ignora as transformações que removem dados no momento da inferência. Por 
exemplo, o Data Wrangler ignora a transformação Lidar com valores ausentes se você usar a 
configuração Drop missing.

Se você reajustou as transformações em todo o seu conjunto de dados, as transformações são 
transferidas para seu pipeline de inferência. Por exemplo, se você usou o valor mediano para imputar 
valores ausentes, o valor médio do reajuste da transformação será aplicado às suas solicitações de 
inferência. Você pode reajustar as transformações do seu fluxo do Data Wrangler ao usar o caderno 
Jupyter ou ao exportar seus dados para um pipeline de inferência. Para informações sobre reajustar 
transformações, consulte Reajuste as transformações em todo o conjunto de dados e exporte-as.

O pipeline de inferência serial suporta os seguintes tipos de dados para as cadeias de caracteres de 
entrada e saída. Cada tipo de dados tem um conjunto de requisitos.

Tipos de dados compatíveis

• text/csv — o tipo de dados para cadeias de caracteres CSV
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• A string não pode ter um cabeçalho.

• Os atributos usados para o pipeline de inferência devem estar na mesma ordem dos atributos no 
conjunto de dados de treinamento.

• Deve haver um delimitador de vírgula entre os atributos.

• Os registros devem ser delimitados por um caractere de nova linha.

Veja a seguir um exemplo de uma string CSV com formatação válida que você pode fornecer em 
uma solicitação de inferência.

abc,0.0,"Doe, John",12345\ndef,1.1,"Doe, Jane",67890                     
                 

• application/json — o tipo de dados para strings JSON

• Os atributos usados no conjunto de dados para o pipeline de inferência devem estar na mesma 
ordem dos atributos no conjunto de dados de treinamento.

• Os dados devem ter um esquema específico. Você define o esquema como um único objeto
instances que tem um conjunto de features. Cada objeto features representa uma 
observação.

Veja a seguir um exemplo de uma string JSON formatada validamente que você pode fornecer em 
uma solicitação de inferência.

{ 
    "instances": [ 
        { 
            "features": ["abc", 0.0, "Doe, John", 12345] 
        }, 
        { 
            "features": ["def", 1.1, "Doe, Jane", 67890] 
        } 
    ]
}                   
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Use um caderno Jupyter para criar um endpoint de inferência

Use o procedimento a seguir para exportar seu fluxo do Data Wrangler para criar um pipeline de 
inferência.

Para criar um pipeline de inferência usando um caderno Jupyter, faça o seguinte.

1. Escolha o + próximo ao nó que você deseja separar.

2. Selecione Exportar para.

3. Escolha SageMaker Inference Pipeline (via Jupyter Notebook).

4. Executar o caderno Jupyter.

Quando você executa o caderno Jupyter, ele cria um artefato de fluxo de inferência. Um artefato de 
fluxo de inferência é um arquivo de fluxo do Data Wrangler com metadados adicionais usados para 
criar o pipeline de inferência serial. O nó que você está exportando abrange todas as transformações 
dos nós anteriores.

Important

O Data Wrangler precisa do artefato do fluxo de inferência para executar o pipeline de 
inferência. Você não pode usar seu próprio arquivo de fluxo como artefato. Você deve criá-lo 
usando o procedimento anterior.

Exportar para código Python

Para exportar todas as etapas do fluxo de dados para um arquivo Python que você possa integrar 
manualmente a qualquer fluxo de trabalho de processamento de dados, use o procedimento a 
seguir.

Use o procedimento a seguir para gerar um caderno Jupyter e executá-lo para exportar seu fluxo do 
Data Wrangler para o código Python.

1. Escolha o + próximo ao nó que você deseja separar.

2. Selecione Exportar para.

3. Escolha Python Code.

4. Executar o caderno Jupyter.
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Pode ser necessário configurar o script Python para que seja executado no seu pipeline. Por 
exemplo, se você estiver executando um ambiente Spark, certifique-se de executar o script em um 
ambiente que tenha permissão para acessar AWS recursos.

Exportar para a Amazon SageMaker Feature Store

Você pode usar o Data Wrangler para exportar recursos que você criou para a Amazon SageMaker 
Feature Store. Um atributo é uma coluna no seu conjunto de dados. A Feature Store é uma loja 
centralizada para atributos e seus metadados associados. Você pode usar o Feature Store para 
criar, compartilhar e gerenciar dados selecionados para o desenvolvimento de machine learning 
(ML). Armazenamentos centralizados tornam seus dados mais detectáveis e reutilizáveis. Para obter 
mais informações sobre a Feature Store, consulte Amazon SageMaker Feature Store.

Um conceito central na Feature Store é um grupo de atributos. Um grupo de atributos é uma coleção 
de atributos, seus registros (observações) e metadados associados. É semelhante a uma tabela em 
um banco de dados.

Você pode usar o Data Wrangler para realizar uma destas ações:

• Atualize um grupo de atributos existente com novos registros. Um registro é uma observação no 
conjunto de dados.
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• Crie um novo grupo de atributos a partir de um nó em seu fluxo do Data Wrangler. O Data 
Wrangler adiciona as observações de seus conjuntos de dados como registros em seu grupo de 
atributos.

Se você estiver atualizando um grupo de atributos existente, o esquema do seu conjunto de dados 
deverá corresponder ao esquema do grupo de atributos. Todos os registros no grupo de atributos 
são substituídos pelas observações em seu conjunto de dados.

Você pode usar um caderno Jupyter ou um nó de destino para atualizar seu grupo de atributos com 
as observações no conjunto de dados.

Se seus grupos de recursos com o formato de tabela Iceberg tiverem uma chave de criptografia de 
loja off-line personalizada, certifique-se de conceder ao IAM que você está usando para o trabalho 
do Amazon SageMaker Processing permissões para usá-lo. No mínimo, você deve conceder 
permissões para criptografar os dados que você está gravando no Amazon S3. Para conceder 
as permissões, dê à função do IAM a capacidade de usar GenerateDataKeyo. Para obter mais 
informações sobre como conceder permissões a funções do IAM para usar AWS KMS chaves, 
consulte https://docs.aws.amazon.com/kms/latest/developerguide/key-policies.html

Destination Node

Se você quiser enviar uma série de etapas de processamento de dados que você executou 
para um grupo de atributos, você pode criar um nó de destino. Quando você cria e executa um 
nó de destino, o Data Wrangler atualiza um grupo de atributos com seus dados. Também é 
possível criar um novo grupo de atributos a partir da interface do nó de destino. Depois de criar 
um nó de destino, você cria um trabalho de processamento para gerar os dados. Um trabalho 
de processamento é um trabalho SageMaker de processamento da Amazon. Quando você está 
usando um nó de destino, ele executa os atributos computacionais necessários para gerar os 
dados que você transformou no grupo de atributos.

Você pode usar um nó de destino para exportar algumas das transformações ou todas as 
transformações que você fez em seu fluxo do Data Wrangler.

Use o procedimento a seguir para criar um nó de destino para atualizar um grupo de atributos 
com as observações do seu conjunto de dados.

Para atualizar um grupo de atributos usando um nó de destino, faça o seguinte.
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Note

Você pode escolher Criar tarefa no fluxo do Data Wrangler para ver as instruções de uso 
de um trabalho de processamento para atualizar o grupo de atributos.

1. Escolha o símbolo + ao lado do nó que contém o conjunto de dados que você gostaria de 
exportar.

2. Em Adicionar destino, escolha SageMaker Feature Store.

3. Escolha (clique duas vezes) no grupo de atributos. O Data Wrangler verifica se o esquema 
do grupo de atributos corresponde ao esquema dos dados que você está usando para 
atualizar o grupo de atributos.

4. (Opcional) Selecione Exportar para armazenamento offline somente para grupos de atributos 
que tenham um armazenamento on-line e um armazenamento offline. Essa opção só atualiza 
o armazenamento offline com observações do seu conjunto de dados.

5. Depois que o Data Wrangler validar o esquema do seu conjunto de dados, escolha Adicionar.

Use o procedimento a seguir para criar um novo grupo de atributos com dados do conjunto de 
dados.

Você pode armazenar seu grupo de atributos por meio de uma das seguintes maneiras:
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• On-line — cache de baixa latência e alta disponibilidade para um grupo de atributos que 
fornece pesquisa de registros em tempo real. O armazenamento on-line permite acesso rápido 
ao valor mais recente de um registro em um grupo de atributos.

• Off-line: armazena dados do seu grupo de atributos em um bucket do Amazon S3. Você pode 
armazenar seus dados off-line quando não precisar de leituras de baixa latência (menos de um 
segundo). Você pode usar um armazenamento offline para atributos usados na exploração de 
dados, treinamento de modelos e inferência em lote.

• Online e offline — armazena seus dados em um armazenamento on-line e em um 
armazenamento offline.

Para criar um grupo de atributos usando um nó de destino, faça o seguinte.

1. Escolha o símbolo + ao lado do nó que contém o conjunto de dados que você gostaria de 
exportar.

2. Em Adicionar destino, escolha SageMaker Feature Store.

3. Escolha Criar grupo de atributos.

4. Na caixa de diálogo a seguir, se seu conjunto de dados não tiver uma coluna de horário do 
evento, selecione Criar coluna EventTime "”.

5. Escolha Próximo.

6. Escolha Copiar esquema JSON. Ao criar um grupo de atributos, você cola o esquema nas 
definições de atributos.

7. Escolha Criar.

8. Em Nome do grupo de atributos, especifique um nome para seu grupo de atributos.

9. Em Descrição (opcional), especifique uma descrição para tornar seu grupo de atributos mais 
detectável.

10. Para criar um grupo de atributos para um armazenamento on-line, faça o seguinte.

a. Selecione Ativar armazenamento online.

b. Para a chave de criptografia do armazenamento on-line, especifique uma chave de 
criptografia AWS gerenciada ou uma chave de criptografia própria.

11. Para criar um grupo de atributos para um armazenamento offline, faça o seguinte.

a. Selecione Ativar armazenamento off-line. Especifique valores para os seguintes campos:
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• Nome do bucket do S3: o nome do bucket do Amazon S3 que armazena o grupo de 
atributos.

• (Opcional) Nome do diretório do conjunto de dados — O prefixo do Amazon S3 que 
você está usando para armazenar o grupo de atributos.

• ARN do perfil do IAM: o perfil do IAM que tem acesso à Feature Store.

• Formato da tabela — Formato da tabela de seu armazenamento offline. Você pode 
especificar Glue ou Iceberg. Glue é o formato padrão.

• Chave de criptografia do armazenamento offline — Por padrão, a Feature Store usa 
uma chave AWS Key Management Service gerenciada, mas você pode usar o campo 
para especificar sua própria chave.

b. Especifique valores para os seguintes campos:

• Nome do bucket do S3: o nome do bucket que armazena o grupo de atributos.

• (Opcional) Nome do diretório do conjunto de dados — O prefixo do Amazon S3 que 
você está usando para armazenar o grupo de atributos.

• ARN do perfil do IAM: o papel do IAM que tem acesso ao Feature Store.

• Chave de criptografia do armazenamento offline — Por padrão, a Feature Store usa 
uma chave AWS gerenciada, mas você pode usar o campo para especificar sua 
própria chave.

12. Escolha Continuar.

13. Selecione JSON.

14. Remova os colchetes de posição na janela.

15. Cole o texto JSON da Etapa 6.

16. Escolha Continuar.

17. Em RECORD IDENTIFIER FEATURE NAME, escolha a coluna em seu conjunto de dados 
que tem identificadores exclusivos para cada registro em seu conjunto de dados.

18. Em EVENT TIME FEATURE NAME, escolha a coluna com os valores do timestamp.

19. Escolha Continuar.

20. (Opcional) Adicione etiquetas para tornar seu grupo de atributos mais detectável.

21. Escolha Continuar.

22. Escolha Criar grupo de atributos.
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23. Volte para o fluxo do Data Wrangler e escolha o ícone de atualização ao lado da barra de 
pesquisa do Grupo de atributos.

Note

Se você já criou um nó de destino para um grupo de atributos em um fluxo, não poderá 
criar outro nó de destino para o mesmo grupo de atributos. Se você quiser criar outro nó 
de destino para o mesmo grupo de atributos, deverá criar outro arquivo de fluxo.

Use o procedimento a seguir para criar um trabalho Data Wrangler.

Crie um trabalho na página Fluxo de dados e escolha os nós de destino que você deseja 
exportar.

1. Escolha Criar trabalho. A imagem a seguir mostra o painel que aparece depois que você 
seleciona Criar tarefa.

2. Em Nome do trabalho, especifique o nome do trabalho de exportação.

3. Selecione os nós de destino que deseja exportar.

4. (Opcional) Para Chave KMS de saída, especifique um ARN, ID ou alias de uma chave 
AWS KMS. Uma chave do KMS é uma chave criptográfica. Você pode usar a chave para 
criptografar os dados de saída do trabalho. Para obter mais informações sobre chaves do 
AWS KMS, consulte AWS Key Management Service.

5. A imagem a seguir mostra a página Configure trabalho com a guia Configuração do trabalho
aberta.
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(Opcional) Em Parâmetros treinados, escolha Reajustar se você tiver feito o seguinte:

• Coletou amostras do seu conjunto de dados

• Aplicou uma transformação que usa seus dados para criar uma nova coluna no conjunto 
de dados

Para obter mais informações sobre como reajustar as transformações que você fez em um 
conjunto de dados inteiro, consulte Reajuste as transformações em todo o conjunto de dados 
e exporte-as.

6. Selecione Configurar trabalho.

7. (Opcional) Configure o trabalho do Data Wrangler. Você pode usar o seguinte exemplo de 
configuração:

• Configuração do trabalho
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• Configuração de memória Spark

• Configuração de rede

• Tags

• Parâmetros

• Programações de associados

8. Escolha Executar.

Jupyter notebook

Use o procedimento a seguir em um notebook Jupyter para exportar para a Amazon SageMaker 
Feature Store.

Use o procedimento a seguir para gerar um caderno Jupyter e executá-lo para exportar seu fluxo 
do Data Wrangler para o Feature Store.

1. Escolha o + próximo ao nó que você deseja separar.

2. Selecione Exportar para.

3. Escolha Amazon SageMaker Feature Store (via Jupyter Notebook).

4. Executar o caderno Jupyter.
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A execução de um caderno Jupyter executa um trabalho do Data Wrangler. A execução de 
uma tarefa do Data Wrangler inicia uma tarefa de SageMaker processamento. O trabalho de 
processamento insere o fluxo em uma Feature Store online e offline.

Important

O perfil do IAM que você usa para executar esse notebook deve ter as seguintes 
políticas AWS gerenciadas anexadas: AmazonSageMakerFullAccess e
AmazonSageMakerFeatureStoreAccess.

Você só precisa habilitar uma Feature Store online ou offline ao criar um grupo de atributos. 
Você também pode habilitar ambos. Para desativar a criação do armazenamento on-line, defina
EnableOnlineStore comoFalse:

# Online Store Configuration
online_store_config = { 
    "EnableOnlineStore": False
}
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O notebook usa os nomes das colunas e os tipos do quadro de dados que você exporta para criar 
um esquema de grupo de atributos, que é usado para criar um grupo de atributos. Um grupo de 
atributos é um grupo de atributos definidos na Feature Store para descrever um registro. O grupo 
de atributos define o esquema e os atributo contidos no grupo de atributos. Uma definição de 
grupo de atributos é composta por uma lista de atributos, um nome de atributo de identificador de 
registro, um nome do atributo de horário do evento e configurações para seu armazenamento on-
line e armazenamento offline.

Cada atributo em um grupo de atributos pode ter um dos seguintes tipos: Cadeia de caracteres,
fracionário ou integral. Se uma coluna em seu quadro de dados exportado não for um desses 
tipos, o padrão é String.

Veja a seguir um exemplo de um esquema de grupo de atributos:

column_schema = [ 
    { 
        "name": "Height", 
        "type": "long" 
    }, 
    { 
        "name": "Input", 
        "type": "string" 
    }, 
    { 
        "name": "Output", 
        "type": "string" 
    }, 
    { 
        "name": "Sum", 
        "type": "string" 
    }, 
    { 
        "name": "Time", 
        "type": "string" 
    }
]

Além disso, você deve especificar um nome de identificador de registro e nome do atributo de 
horário do evento:
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• O nome do identificador de registro é o nome do atributo cujo valor identifica de forma 
exclusiva um registro definido no Feature Store. Somente o registro mais recente por valor de 
identificador é armazenado no armazenamento on-line. O nome do atributo do identificador de 
registro deve ser um dos nomes das definições do atributo.

• O nome do atributo de horário do evento é o nome do atributo que armazena o EventTime de 
um registro em um grupo de atributos. Um EventTime é um período no tempo em que ocorre 
um novo evento que corresponde à criação ou atualização de um registro em um atributo. 
Todos os registros no grupo de atributos devem ter um correspondente EventTime.

O notebook usa essas configurações para criar um grupo de atributos, processar seus dados em 
grande escala e, em seguida, ingerir os dados processados em seus repositórios de atributos 
online e offline. Para saber mais, consulte Fontes de dados e ingestão.

O notebook usa essas configurações para criar um grupo de atributos, processar seus dados em 
grande escala e, em seguida, ingerir os dados processados em seus repositórios de atributos online 
e offline. Para saber mais, consulte Fontes de dados e ingestão.

Reajuste as transformações em todo o conjunto de dados e exporte-as

Quando você importa dados, o Data Wrangler usa uma amostra dos dados para aplicar as 
codificações. Por padrão, o Data Wrangler usa as primeiras 50.000 linhas como amostra, mas você 
pode importar todo o conjunto de dados ou usar um método de amostragem diferente. Para ter mais 
informações, consulte Importar.

As transformações a seguir usam seus dados para criar uma coluna no conjunto de dados:

• Codificar categórico

• Caracterizar texto

• Lidar com valores discrepantes

• Lidar com valores ausentes

Se você usou a amostragem para importar seus dados, as transformações anteriores usarão 
somente os dados da amostra para criar a coluna. A transformação pode não ter usado todos os 
dados relevantes. Por exemplo, se você usar a transformação Codificar Categórica, pode ter havido 
uma categoria em todo o conjunto de dados que não estava presente na amostra.
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Você pode usar um nó de destino ou um caderno Jupyter para reajustar as transformações em todo 
o conjunto de dados. Quando o Data Wrangler exporta as transformações no fluxo, ele cria uma 
SageMaker tarefa de processamento. Quando o trabalho de processamento é concluído, o Data 
Wrangler salva os seguintes arquivos no local padrão do Amazon S3 ou em um local do S3 que você 
especificar:

• O arquivo de fluxo do Data Wrangler que especifica as transformações que são reajustadas ao 
conjunto de dados

• O conjunto de dados com as transformações de reajuste aplicadas a ele

Você pode abrir um arquivo de fluxo do Data Wrangler no Data Wrangler e aplicar as transformações 
em um conjunto de dados diferente. Por exemplo, se você aplicou as transformações a um conjunto 
de dados de treinamento, pode abrir e usar o arquivo de fluxo do Data Wrangler para aplicar as 
transformações a um conjunto de dados usado para inferência.

Para obter informações sobre o uso de nós de destino para reajustar transformações e exportar, 
consulte as seguintes páginas:

• Exportar para o Amazon S3.

• Exportar para a Amazon SageMaker Feature Store

Use o procedimento a seguir para executar um caderno Jupyter para reajustar as transformações e 
exportar os dados.

Para executar um caderno Jupyter, reajustar as transformações e exportar seu fluxo do Data 
Wrangler, faça o seguinte.

1. Escolha o + próximo ao nó que você deseja separar.

2. Selecione Exportar para.

3. Escolha o local para o qual você está exportando os dados.

4. Para o objeto refit_trained_params, defina refit como True.

5. Para o campo output_flow, especifique o nome do arquivo de fluxo de saída com as 
transformações de reajuste.

6. Executar o caderno Jupyter.
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Crie um cronograma para processar automaticamente novos dados

Se você estiver processando dados periodicamente, poderá criar um cronograma para executar o 
trabalho de processamento automaticamente. Por exemplo, você pode criar uma programação que 
execute um trabalho de processamento automaticamente quando você obtiver novos dados. Para 
obter mais informações sobre esses processos, consulte Exportar para o Amazon S3. e Exportar 
para a Amazon SageMaker Feature Store.

Ao criar um trabalho, você deve especificar um perfil do IAM que tenha permissões para 
criar o trabalho. Por padrão, o perfil do IAM que você usa para acessar o Data Wrangler é o
SageMakerExecutionRole.

As permissões a seguir permitem que o Data Wrangler acesse EventBridge e execute trabalhos 
EventBridge de processamento:

• Adicione a seguinte política AWS gerenciada à função de execução do Amazon SageMaker Studio 
Classic, que fornece ao Data Wrangler permissões de uso: EventBridge

arn:aws:iam::aws:policy/AmazonEventBridgeFullAccess 
                 

Para obter mais informações sobre a política, consulte políticas AWS gerenciadas para 
EventBridge.

• Adicione a seguinte política à perfil do IAM que você especificou ao criar um trabalho no Data 
Wrangler:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": "sagemaker:StartPipelineExecution", 
            "Resource": "arn:aws:sagemaker:Region:AWS-account-id:pipeline/data-
wrangler-*" 
        } 
    ]
} 
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Se você estiver usando a função padrão do IAM, você adiciona a política anterior à função de 
execução do Amazon SageMaker Studio Classic.

Adicione a seguinte política de confiança à função para permitir que você EventBridge a assuma.

{ 
    "Effect": "Allow", 
    "Principal": { 
        "Service": "events.amazonaws.com" 
    }, 
    "Action": "sts:AssumeRole"
} 
                 

Important

Quando você cria uma agenda, o Data Wrangler cria uma eventRule entrada. EventBridge 
Você incorre em cobranças pelas regras de eventos que você cria e pelas instâncias usadas 
para executar o trabalho de processamento.
Para obter informações sobre EventBridge preços, consulte  EventBridge Preços da Amazon. 
Para obter informações sobre o processamento de preços de trabalhos, consulte Amazon 
SageMaker Pricing.

É possível criar uma programação usando um dos seguintes métodos:

• Expressões CRON

Note

O Data Wrangler não é compatível com as seguintes expressões:

• LW#

• Abreviações para dias

• Abreviações para meses
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• Expressões RATE

• Recorrente — defina um intervalo de hora em hora ou diário para executar o trabalho.

• Horário específico: defina dias e horários específicos para executar o trabalho.

As seções a seguir fornecem procedimentos para criar empregos.

CRON

Use o procedimento a seguir para criar uma agenda com uma expressão CRON.

Para especificar um cronograma com uma expressão CRON, faça o seguinte.

1. Abra seu fluxo do Data Wrangler.

2. Escolha Criar trabalho.

3. (Opcional) Para a chave KMS de saída, especifique uma AWS KMS chave para configurar a 
saída do trabalho.

4. Escolha Próximo, 2. Configurar o trabalho.

5. Selecione Associar agendas.

6. Escolha Criar uma nova programação.

7. Para Nome do agendamento, especifique o nome do agendamento.

8. Em Frequência de execução, escolha CRON.

9. Especifique uma expressão CRON válida.

10. Escolha Criar.

11. (Opcional) Escolha Adicionar outro agendamento para executar o trabalho em um 
agendamento adicional.

Note

Você pode associar no máximo duas programações. Os horários são independentes 
e não se afetam, a menos que os horários se sobreponham.

12. Escolha uma das seguintes opções:

• Agende e execute agora — Data Wrangler, o trabalho é executado imediatamente e, 
posteriormente, executado de acordo com os cronogramas.
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• Somente agendamento — Data Wrangler, o trabalho só é executado nas programações 
que você especificar.

13. Escolha Executar

RATE

Use o procedimento a seguir para criar uma programação com uma expressão RATE.

Para especificar uma programação com uma expressão RATE, faça o seguinte.

1. Abra seu fluxo do Data Wrangler.

2. Escolha Criar trabalho.

3. (Opcional) Para a chave KMS de saída, especifique uma AWS KMS chave para configurar a 
saída do trabalho.

4. Escolha Próximo, 2. Configurar o trabalho.

5. Selecione Associar agendas.

6. Escolha Criar uma nova programação.

7. Em Nome do agendamento, especifique o nome do agendamento.

8. Em Frequência de execução, escolha Taxa.

9. Em Valor, especifique um valor inteiro.

10. Em Unidade, selecione uma das seguintes opções:

• Minutos

• Horas

• Dias

11. Escolha Criar.

12. (Opcional) Escolha Adicionar outro agendamento para executar o trabalho em um 
agendamento adicional.

Note

Você pode associar no máximo duas programações. Os horários são independentes 
e não se afetam, a menos que os horários se sobreponham.

13. Escolha uma das seguintes opções:
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• Agende e execute agora — Data Wrangler, o trabalho é executado imediatamente e, 
posteriormente, executado de acordo com os cronogramas.

• Somente agendamento — Data Wrangler, o trabalho só é executado nas programações 
que você especificar.

14. Escolha Executar

Recurring

Use o procedimento a seguir para criar um cronograma que execute um trabalho de forma 
recorrente.

Para especificar um cronograma com uma expressão CRON, faça o seguinte.

1. Abra seu fluxo do Data Wrangler.

2. Escolha Criar trabalho.

3. (Opcional) Para a chave KMS de saída, especifique uma AWS KMS chave para configurar a 
saída do trabalho.

4. Escolha Próximo, 2. Configurar o trabalho.

5. Selecione Associar agendas.

6. Escolha Criar uma nova programação.

7. Em Nome do agendamento, especifique o nome do agendamento.

8. Em Frequência de execução, verifique se a opção Recorrente está selecionada por padrão.

9. Para Cada x horas, especifique a frequência horária com que o trabalho é executado durante 
o dia. Os valores válidos são números inteiros no intervalo inclusivo de 1 e 23.

10. Em Em dias, escolha uma das seguintes opções:

• Todos os dias

• Finais de semana

• Dias da semana

• Selecionar dias

• (Opcional) Se você selecionou Selecionar dias, escolha os dias da semana para 
executar o trabalho.
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Note

A programação é reiniciada todos os dias. Se você agendar um trabalho para ser 
executado a cada cinco horas, ele será executado nos seguintes horários do dia:

• 00:00

• 05:00

• 10:00

• 15:00

• 20:00

11. Escolha Criar.

12. (Opcional) Escolha Adicionar outro agendamento para executar o trabalho em um 
agendamento adicional.

Note

Você pode associar no máximo duas programações. Os horários são independentes 
e não se afetam, a menos que os horários se sobreponham.

13. Escolha uma das seguintes opções:

• Agende e execute agora — Data Wrangler, o trabalho é executado imediatamente e, 
posteriormente, executado de acordo com os cronogramas.

• Somente agendamento — Data Wrangler, o trabalho só é executado nas programações 
que você especificar.

14. Escolha Executar

Specific time

Use o procedimento a seguir para criar uma programação que execute um trabalho em horários 
específicos.

Para especificar um cronograma com uma expressão CRON, faça o seguinte.

1. Abra seu fluxo do Data Wrangler.
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2. Escolha Criar trabalho.

3. (Opcional) Para a chave KMS de saída, especifique uma AWS KMS chave para configurar a 
saída do trabalho.

4. Escolha Próximo, 2. Configurar o trabalho.

5. Selecione Associar agendas.

6. Escolha Criar uma nova programação.

7. Em Nome do agendamento, especifique o nome do agendamento.

8. Escolha Criar.

9. (Opcional) Escolha Adicionar outro agendamento para executar o trabalho em um 
agendamento adicional.

Note

Você pode associar no máximo duas programações. Os horários são independentes 
e não se afetam, a menos que os horários se sobreponham.

10. Escolha uma das seguintes opções:

• Agende e execute agora — Data Wrangler, o trabalho é executado imediatamente e, 
posteriormente, executado de acordo com os cronogramas.

• Somente agendamento — Data Wrangler, o trabalho só é executado nas programações 
que você especificar.

11. Escolha Executar

Você pode usar o Amazon SageMaker Studio Classic para ver os trabalhos que estão programados 
para execução. Seus trabalhos de processamento são executados dentro do SageMaker Pipelines. 
Cada trabalho de processamento tem seu próprio pipeline. Ele é executado como uma etapa de 
processamento dentro do pipeline. Você pode ver as agendas que você criou em um funil. Para obter 
informações sobre como visualizar um pipeline, consulte Visualizar um pipeline.

Use o procedimento a seguir para visualizar os trabalhos que você programou.

Para obter os trabalhos que você programou, faça o seguinte.

1. Abra o Amazon SageMaker Studio Classic.

2. SageMaker Tubulações abertas
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3. Veja os pipelines dos trabalhos que você criou.

O pipeline que executa o trabalho usa o nome do trabalho como prefixo. Por exemplo, se você 
criou um trabalho chamado housing-data-feature-enginnering, o nome do pipeline é
data-wrangler-housing-data-feature-engineering.

4. Escolha o pipeline que contém seu trabalho.

5. Visualize o status dos pipelines. Pipelines com status de Bem-sucedido executaram o trabalho 
de processamento com êxito.

Para interromper a execução do trabalho de processamento, faça o seguinte:

Para interromper a execução de um trabalho de processamento, exclua a regra de evento que 
especifica a programação. A exclusão de uma regra de evento interrompe a execução de todos 
os trabalhos associados à programação. Para obter informações sobre como excluir uma regra, 
consulte Como desativar ou excluir uma regra da Amazon. EventBridge

Você também pode interromper e excluir os pipelines associados aos agendamentos. Para obter 
informações sobre como interromper um pipeline, consulte StopPipelineExecution. Para obter 
informações sobre como excluir um pipeline, consulte DeletePipeline.

Use um widget interativo de preparação de dados em um notebook Amazon 
SageMaker Studio Classic para obter insights de dados

Use o widget de preparação de dados Data Wrangler para interagir com seus dados, obter 
visualizações, explorar insights acionáveis e corrigir problemas de qualidade de dados.

Você pode acessar o widget de preparação de dados em um notebook Amazon SageMaker Studio 
Classic. Para cada coluna, o widget cria uma visualização que ajuda você a entender melhor sua 
distribuição. Se uma coluna tiver problemas de qualidade de dados, um aviso será exibido em seu 
cabeçalho.

Para ver os problemas de qualidade dos dados, selecione o cabeçalho da coluna que mostra o 
aviso. Você pode usar as informações obtidas dos insights e das visualizações para aplicar as 
transformações integradas do widget e ajudá-lo a corrigir os problemas.

Por exemplo, o widget pode detectar que você tem uma coluna com apenas um valor exclusivo e 
mostrar um aviso. O aviso fornece a opção de remover a coluna do conjunto de dados.
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Conceitos básicos com execução de widget

Use as seguintes informações para ajudá-lo a começar a executar um bloco de anotações.

Abra um caderno no Amazon SageMaker Studio Classic. Para obter informações sobre como abrir 
um bloco de anotações, consulte Crie ou abra um notebook Amazon SageMaker Studio Classic.

Important

Para executar o widget, o notebook deve usar uma das seguintes imagens:

• Python 3 (Ciência de dados) com Python 3.7

• Python 3 (Ciência de dados 2.0) com Python 3.8

• Python 3 (Ciência de dados 3.0) com Python 3.10

• SparkAnalytics 1.0

• SparkAnalytics 2.0

Para obter mais informações sobre imagens, consulte  SageMaker Imagens da Amazon 
disponíveis.

Use o código a seguir para importar o widget de preparação de dados e os pandas. O widget usa 
dataframes pandas para analisar seus dados.

import pandas as pd
import sagemaker_datawrangler

O código de exemplo a seguir carrega um arquivo no quadro de dados chamado df.

df = pd.read_csv("example-dataset.csv")

Você pode usar um conjunto de dados em qualquer formato que possa ser carregado como um 
objeto de dataframe pandas. Para obter mais informações sobre os formatos pandas, consulte
Ferramentas de E/S (texto, CSV, HDF5,...).

A célula a seguir executa a variável df para iniciar o widget.

df
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A parte superior do dataframe apresenta as seguintes opções:

• Exibir a tabela de pandas — alterna entre a visualização interativa e uma tabela de pandas.

• Use todas as linhas do seu conjunto de dados para calcular os insights. Usar todo o conjunto de 
dados pode aumentar o tempo necessário para gerar os insights. — Se você não selecionar a 
opção, o Data Wrangler calcula os insights das primeiras 10.000 linhas do conjunto de dados.

O quadro de dados mostra as primeiras 1000 linhas do conjunto de dados. Cada cabeçalho de 
coluna tem um gráfico de barras empilhadas que mostra as características da coluna. Ele mostra a 
proporção de valores válidos, valores inválidos e valores ausentes. Você pode passar o mouse sobre 
as diferentes partes do gráfico de barras empilhadas para obter as porcentagens calculadas.

Cada coluna tem uma visualização no cabeçalho. Veja a seguir os tipos de visualizações que as 
colunas podem ter:

• Categórico — Gráfico de barras

• Numérico — Histograma

• Data e hora — Gráfico de barras

• Texto — Gráfico de barras

Para cada visualização, o widget de preparação de dados destaca os valores discrepantes em 
laranja.

Quando você escolhe uma coluna, ela abre um painel lateral. O painel lateral mostra a guia Insights. 
O painel fornece uma contagem para os seguintes tipos de valores:

• Valores inválidos — Valores cujo tipo não corresponde ao tipo de coluna.

• Valores ausentes — Valores que estão ausentes, como NaN ou None.

• Valores válidos — Valores que não estão ausentes nem são inválidos.

Para colunas numéricas, a guia Insights mostra as seguintes estatísticas resumidas:

• Mínimo — O menor valor.

• Máximo — O maior valor.

• Média — A média dos valores.

• Modo — O valor que aparece com mais frequência.
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• Desvio padrão — O desvio padrão dos valores.

Para colunas categóricas, a guia Insights mostra as seguintes estatísticas resumidas:

• Valores exclusivos — O número de valores exclusivos na coluna.

• Top — O valor que aparece com mais frequência.

As colunas que têm ícones de aviso em seus cabeçalhos têm problemas de qualidade de dados. 
A escolha de uma coluna abre uma guia Qualidade de dados que você pode usar para encontrar 
transformações que ajudem a corrigir o problema. Um aviso apresenta um dos seguintes níveis de 
severidade:

• Baixo — Problemas que podem não afetar sua análise, mas podem ser úteis para serem 
corrigidos.

• Médio — Problemas que provavelmente afetarão sua análise, mas provavelmente não são 
essenciais para serem corrigidos.

• Alto — Problemas graves que recomendamos que sejam corrigidos.

Note

O widget classifica a coluna para mostrar os valores que têm problemas de qualidade 
de dados na parte superior do quadro de dados. Também destaca os valores que estão 
causando os problemas. A cor do destaque corresponde ao nível de severidade.

Em TRANSFORMAÇÕES SUGERIDAS, você pode escolher uma transformação para corrigir 
o problema de qualidade dos dados. O widget pode oferecer várias transformações que podem 
resolver o problema. Ele pode oferecer recomendações para as transformações mais adequadas ao 
problema. Você pode mover o cursor sobre a transformação para obter mais informações sobre ela.

Para aplicar uma transformação ao conjunto de dados, escolha Aplicar e exportar código. A 
transformação modifica o conjunto de dados e atualiza a visualização com valores modificados. O 
código para a transformação aparece na célula a seguir do bloco de anotações. Se você aplicar 
transformações adicionais ao conjunto de dados, o widget anexará as transformações à célula. Você 
pode usar o código gerado pelo widget para fazer o seguinte:
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• Personalize-o para melhor atender às suas necessidades.

• Use-o em seus próprios fluxos de trabalho.

Você pode reproduzir todas as transformações que você fez executando novamente todas as células 
no bloco de anotações.

O widget pode fornecer informações e avisos para a coluna de destino. A coluna de destino é a 
coluna que você está tentando prever. Use o procedimento a seguir para obter insights da coluna de 
destino.

Para obter insights da coluna de destino, faça o seguinte.

1. Escolha a coluna que você está usando como coluna de destino.

2. Escolha Selecionar como coluna de destino.

3. Escolha o tipo de problema. Os insights e avisos do widget são personalizados de acordo com 
os tipos de problemas. Os tipos de problemas são os seguintes:

• Classificação — A coluna de destino tem dados categóricos.

• Regressão — A coluna de destino tem dados numéricos.

4. Escolha Executar.

5. (Opcional) Em Insights da coluna de destino, escolha uma das transformações sugeridas.

Referência para os insights e transformações no widget

Para colunas de recursos (colunas que não são a coluna de destino), você pode obter os seguintes 
insights para avisá-lo sobre problemas com seu conjunto de dados.

• Valores ausentes — A coluna tem valores ausentes None, como NaN (não é um número) ou NaT
(não é um carimbo de data/hora). Muitos algoritmos de aprendizado de máquina não suportam 
valores ausentes nos dados de entrada. Preenchê-los ou eliminar as linhas com dados ausentes é, 
portanto, uma etapa crucial de preparação de dados. Se o aviso de valores ausentes for exibido, é 
possível usar uma das seguintes transformações para corrigir o problema.

• Eliminar linhas ausentes — Elimina linhas com valores ausentes. Recomendamos eliminar as 
linhas quando a porcentagem de linhas com dados ausentes for pequena e a imputação dos 
valores ausentes não for apropriada.
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• Substituir por um novo valor — Substitui os valores textuais ausentes por Other. Você pode 
mudar Other para um valor diferente no código de saída. Substitui os valores numéricos 
ausentes por 0.

• Substituir pela média — Substitui os valores faltantes pela média da coluna.

• Substituir pela média — Substitui os valores faltantes pela média da coluna.

• Eliminar coluna — Elimina a coluna com valores ausentes do conjunto de dados. 
Recomendamos descartar a coluna inteira quando houver uma alta porcentagem de linhas com 
dados ausentes.

• Valores faltantes disfarçados — A coluna tem valores faltantes disfarçados. Um valor ausente 
disfarçado é um valor que não está explicitamente codificado como um valor ausente. Por 
exemplo, em vez de usar NaN a para indicar um valor ausente, o valor pode ser Placeholder. 
Você pode usar uma das seguintes transformações para lidar com os valores ausentes:

• Eliminar linhas ausentes — Elimina linhas com valores ausentes

• Substituir por um novo valor — Substitui os valores textuais ausentes por Other. Você pode 
mudar Other para um valor diferente no código de saída. Substitui os valores numéricos 
ausentes por 0.

• Coluna constante — A coluna tem apenas um valor. Portanto, não tem poder preditivo. É 
altamente recomendável usar a transformação Eliminar coluna para remover a coluna do conjunto 
de dados.

• Coluna de ID — A coluna não tem valores repetidos. Todos os valores na coluna são exclusivos. 
Eles podem ser IDs ou chaves de banco de dados. Sem informações adicionais, a coluna não tem 
poder preditivo. É altamente recomendável usar a transformação Eliminar coluna para remover a 
coluna do conjunto de dados.

• Alta cardinalidade — A coluna tem uma alta porcentagem de valores exclusivos. A alta 
cardinalidade limita o poder preditivo das colunas categóricas. Examine a importância da coluna 
em sua análise e considere usar a transformação Eliminar coluna para eliminá-la.

Para a coluna de destino, você pode obter os seguintes insights para avisá-lo sobre problemas com 
seu conjunto de dados. Você pode usar a transformação sugerida fornecida com o aviso para corrigir 
o problema.

• Tipos de dados mistos no alvo (regressão) — Há alguns valores não numéricos na coluna de 
destino. Pode haver erros na entrada de dados. Recomendamos remover as linhas que têm 
valores que não podem ser convertidos.
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• Rótulo frequente — Certos valores na coluna de destino aparecem com mais frequência do que o 
normal no contexto da regressão. Pode haver um erro na coleta ou processamento de dados. Uma 
categoria que aparece com frequência pode indicar que o valor é usado como valor padrão ou que 
é um espaço reservado para valores ausentes. Recomendamos usar a transformação Substituir 
por um novo valor para substituir os valores ausentes por Other.

• Poucas instâncias por classe — A coluna de destino tem categorias que raramente aparecem. 
Algumas das categorias não têm linhas suficientes para que a coluna de destino seja útil. Você 
pode usar uma das seguintes transformações:

• Derrube um alvo raro — Derruba valores únicos com menos de dez observações. Por exemplo, 
descarta o valor cat se ele aparecer nove vezes na coluna.

• Substitua o alvo raro — substitui as categorias que raramente aparecem no conjunto de dados 
pelo valor. Other

• Classes muito desequilibradas (classificação multiclasse) — Há categorias no conjunto de 
dados que aparecem com muito mais frequência do que as outras categorias. O desequilíbrio 
de classes pode afetar a precisão da previsão. Para obter as previsões mais precisas possíveis, 
recomendamos atualizar o conjunto de dados com linhas que tenham as categorias que 
atualmente aparecem com menos frequência.

• Grande quantidade de classes/muitas classes — Há um grande número de classes na coluna 
de destino. Ter muitas aulas pode resultar em tempos de treinamento mais longos ou em baixa 
qualidade preditiva. Recomendamos seguir um destes procedimentos:

• Agrupando algumas das categorias em sua própria categoria. Por exemplo, se seis categorias 
estiverem intimamente relacionadas, recomendamos usar uma única categoria para elas.

• Usando um algoritmo de ML que seja resiliente a várias categorias.

Segurança e permissões

Quando você consulta dados do Athena ou do Amazon Redshift, o conjunto de dados consultado 
é automaticamente armazenado no bucket SageMaker padrão do S3 para a região na qual você 
está usando AWS o Studio Classic. Além disso, quando você exporta um notebook Jupyter do 
Amazon SageMaker Data Wrangler e o executa, seus fluxos de dados, ou arquivos.flow, são salvos 
no mesmo bucket padrão, sob o prefixo data_wrangler_flows.

Para necessidades de segurança de alto nível, você pode configurar uma política de bucket que 
restrinja as AWS funções que têm acesso a esse bucket padrão do SageMaker S3. Use a seção 
a seguir para adicionar esse tipo de política a um bucket do S3. Para seguir as instruções nesta 
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página, use o AWS Command Line Interface (AWS CLI). Para saber como, consulte Configurar a CLI 
AWS no Guia do usuário do IAM.

Além disso, você precisa conceder permissões a cada função do IAM que usa o Data Wrangler 
para acessar os recursos necessários. Se você não precisar de permissões granulares para a 
função do IAM usada para acessar o Data Wrangler, poderá adicionar a política gerenciada do IAM,
AmazonSageMakerFullAccess, a uma função do IAM que você usa para criar seu usuário do 
Studio Classic. Esta política concede a você permissão total para usar o Data Wrangler. Se você 
precisar de permissões mais granulares, consulte a seção Conceder permissão a uma função do 
IAM para usar o Data Wrangler.

Adicione uma política de bucket para restringir o acesso aos conjuntos de dados 
importados para o Data Wrangler

Você pode adicionar uma política ao bucket do S3 que contém seus recursos do Data Wrangler 
usando uma política de bucket do Amazon S3. Os recursos que o Data Wrangler carrega para seu 
bucket padrão do SageMaker S3 na AWS região em que você está usando o Studio Classic incluem 
o seguinte:

• Resultados consultados do Amazon Redshift. Eles são armazenados sob o prefixo redshift/.

• Resultados consultados de Athena. Eles são armazenados sob o prefixo redshift/.

• Os arquivos.flow são enviados para o Amazon S3 quando você executa um notebook 
Jupyter exportado produzido pelo Data Wrangler. Eles são armazenados sob o prefixo
data_wrangler_flows/.

Use o procedimento a seguir para criar uma política de bucket do S3 que você pode adicionar para 
restringir o acesso da função do IAM a esse bucket. Para saber como adicionar uma política a um 
bucket do S3, consulte Como adicionar uma política de bucket usando o console do S3?.

Para configurar uma política de bucket no bucket do S3 que armazena seus recursos do Data 
Wrangler:

1. Configure uma ou mais funções do IAM que você deseja acessar o Data Wrangler.

2. Abra um prompt de comando ou shell. Para cada função que você criar, substitua função-
nome pelo nome da função e execute o seguinte:

$ aws iam get-role --role-name role-name
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Na resposta, você vê uma string RoleId que começa comAROA. Copie essa string.

3. Adicione a política a seguir ao bucket SageMaker padrão na AWS região em que você está 
usando o Data Wrangler. Substitua region pela AWS região na qual o bucket está localizado e
account-id pelo ID da sua contaAWS. Substitua userIds começando por AROAEXAMPLEID
pelas IDs de todas as funções AWS às quais você deseja conceder permissão para usar o Data 
Wrangler.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Deny", 
      "Principal": "*", 
      "Action": "s3:*", 
      "Resource": [ 
        "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/", 
        "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/*", 
        "arn:aws:s3:::sagemaker-region-account-id/athena", 
        "arn:aws:s3:::sagemaker-region-account-id/athena/*", 
        "arn:aws:s3:::sagemaker-region-account-id/redshift", 
        "arn:aws:s3:::sagemaker-region-account-id/redshift/*" 
         
      ], 
      "Condition": { 
        "StringNotLike": { 
          "aws:userId": [ 
            "AROAEXAMPLEID_1:*", 
            "AROAEXAMPLEID_2:*" 
          ] 
        } 
      } 
    } 
  ]
}

Crie uma lista de permissões para o Data Wrangler

Sempre que um usuário começa a executar o Data Wrangler a partir da interface de usuário do 
Amazon SageMaker Studio Classic, ele faz uma chamada para a interface de programação de 
aplicativos (API) para criar um SageMaker aplicativo Data Wrangler.
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Sua organização pode não fornecer aos usuários permissões para fazer essas chamadas de API 
por padrão. Para fornecer permissões, você deve criar e anexar uma política às funções do IAM do 
usuário usando o seguinte modelo de política: Exemplo de lista de permissões do Data Wrangler.

Note

O exemplo de política anterior só dá aos usuários acesso ao aplicativo Data Wrangler.

Para obter informações sobre como criar uma política, consulte Criar políticas na guia JSON. 
Quando criar uma política, copie e cole a política JSON do Exemplo de Lista de Permissões do Data 
Wrangler na guia JSON.

Important

Exclua todas as políticas do IAM que impeçam os usuários de executar as seguintes 
operações:

• CreateApp

• DescribeApp

Se você não excluir as políticas, seus usuários ainda poderão ser afetados por elas.

Depois de criar a política usando o modelo, anexe-a às funções do IAM dos seus usuários. Para 
obter mais informações sobre anexar políticas, consulte Adicionar permissões de identidades do IAM 
(console).

Conceder permissão a uma função do IAM para usar o Data Wrangler

Você pode conceder a uma função do IAM permissão para usar o Data Wrangler com a política 
geral gerenciada do IAM, AmazonSageMakerFullAccess. Essa é uma política geral que inclui
as permissões necessárias para usar todos os SageMaker serviços. Essa política concede a 
uma função do IAM acesso total ao Data Wrangler. Você deve estar ciente do seguinte ao usar
AmazonSageMakerFullAccess para conceder acesso ao Data Wrangler:

• Se você importar dados do Amazon Redshift, o nome de usuário do banco de dados deverá ter o 
prefixo. sagemaker_access
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• Essa política gerenciada só concede permissão para acessar buckets com um dos seguintes no 
nome:SageMaker, SageMaker, sagemaker ouaws-glue. Se quiser usar o Data Wrangler para 
importar de um bucket do S3 sem essas frases no nome, consulte a última seção desta página 
para saber como conceder permissão a uma entidade do IAM para acessar seus buckets do S3.

Se você tiver necessidades de alta segurança, poderá anexar as políticas desta seção a uma 
entidade do IAM para conceder as permissões necessárias para usar o Data Wrangler.

Se você tiver conjuntos de dados no Amazon Redshift ou no Athena que uma função do IAM 
precisa importar do Data Wrangler, você deve adicionar uma política a essa entidade para acessar 
esses recursos. As políticas a seguir são as políticas mais restritivas que você pode usar para dar 
permissão a uma função do IAM para importar dados do Amazon Redshift e do Athena.

Para saber como anexar uma política personalizada a uma função do IAM, consulte Gerenciar 
políticas do IAM no Guia do usuário do IAM.

Exemplo de política para conceder acesso a uma importação de conjunto de dados do Athena

A política a seguir pressupõe que a função do IAM tenha permissão para acessar o bucket S3 
subjacente, onde os dados são armazenados por meio de uma política do IAM separada.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "athena:ListDataCatalogs", 
                "athena:ListDatabases", 
                "athena:ListTableMetadata", 
                "athena:GetQueryExecution", 
                "athena:GetQueryResults", 
                "athena:StartQueryExecution", 
                "athena:StopQueryExecution" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
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                "glue:CreateTable" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/sagemaker_tmp_*", 
                "arn:aws:glue:*:*:table/sagemaker_featurestore/*", 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:DeleteTable" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/sagemaker_tmp_*", 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:GetDatabases", 
                "glue:GetTable", 
                "glue:GetTables" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*", 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:CreateDatabase", 
                "glue:GetDatabase" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/sagemaker_featurestore", 
                "arn:aws:glue:*:*:database/sagemaker_processing", 
                "arn:aws:glue:*:*:database/default", 
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                "arn:aws:glue:*:*:database/sagemaker_data_wrangler" 
            ] 
        } 
    ]
}

Exemplo de política para conceder acesso a uma importação de conjunto de dados do Redshift

A política a seguir concede permissão para configurar uma conexão do Amazon Redshift com o Data 
Wrangler usando usuários do banco de dados que tenham o prefixo sagemaker_access no nome. 
Para conceder permissão para se conectar usando usuários adicionais do banco de dados, adicione 
mais entradas sob "Resources" na política a seguir. A política a seguir pressupõe que a função do 
IAM tenha permissão para acessar o bucket S3 subjacente, onde os dados são armazenados por 
meio de uma política do IAM, se aplicável.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "redshift-data:ExecuteStatement", 
                "redshift-data:DescribeStatement", 
                "redshift-data:CancelStatement", 
                "redshift-data:GetStatementResult", 
                "redshift-data:ListSchemas", 
                "redshift-data:ListTables" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "redshift:GetClusterCredentials" 
            ], 
            "Resource": [ 
                "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*", 
                "arn:aws:redshift:*:*:dbname:*" 
            ] 
        } 
    ]
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}

Política para conceder acesso para um bucket do S3

Se seu conjunto de dados estiver armazenado no Amazon S3, você poderá conceder a uma função 
do IAM permissão para acessar esse bucket com uma política semelhante à seguinte. Este exemplo 
concede acesso programático de leitura e gravação ao bucket chamado test.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": ["s3:ListBucket"], 
      "Resource": ["arn:aws:s3:::test"] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:PutObject", 
        "s3:GetObject", 
        "s3:DeleteObject" 
      ], 
      "Resource": ["arn:aws:s3:::test/*"] 
    } 
  ]
}

Para importar dados do Athena e do Amazon Redshift, você deve conceder a uma função do IAM 
permissão para acessar os seguintes prefixos no bucket padrão do Amazon S3 na região Data 
Wrangler em AWS que está sendo usado: athena/, redshift/. Se um bucket padrão do Amazon 
S3 ainda não existir na AWS região, você também deverá dar permissão à função do IAM para criar 
um bucket nessa região.

Além disso, se você quiser que a função do IAM possa usar as opções de exportação de trabalhos 
do Amazon SageMaker Feature Store, SageMaker Pipelines e Data Wrangler, você deve conceder 
acesso ao prefixo data_wrangler_flows/ nesse bucket.

O Data Wrangler usa os prefixos athena/ e redshift/ para armazenar arquivos de visualização e 
conjuntos de dados importados. Para saber mais, consulte Armazenamento de dados importados.
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O Data Wrangler usa o prefixo data_wrangler_flows/ para armazenar arquivos.flow quando 
você executa um Jupyter Notebook exportado do Data Wrangler. Para saber mais, consulte Export.

Use uma política semelhante à seguinte para conceder as permissões descritas nos parágrafos 
anteriores.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/", 
                "arn:aws:s3:::sagemaker-region-account-id/data_wrangler_flows/*", 
                "arn:aws:s3:::sagemaker-region-account-id/athena", 
                "arn:aws:s3:::sagemaker-region-account-id/athena/*", 
                "arn:aws:s3:::sagemaker-region-account-id/redshift", 
                "arn:aws:s3:::sagemaker-region-account-id/redshift/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:CreateBucket", 
                "s3:ListBucket" 
            ], 
            "Resource": "arn:aws:s3:::sagemaker-region-account-id" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListAllMyBuckets", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": "*" 
        } 
    ]
}
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Você também pode acessar dados em seu bucket do Amazon S3 a partir de outra conta AWS 
especificando o URI do bucket do Amazon S3. Para fazer isso, a política do IAM que concede 
acesso ao bucket do Amazon S3 na outra conta deve usar uma política semelhante ao exemplo a 
seguir, onde BucketFolder está o diretório específico no bucket do usuário UserBucket. Essa 
política deve ser adicionada ao usuário que concede acesso ao bucket para outro usuário.

{ 
   "Version": "2012-10-17", 
   "Statement": [ 
       { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": "arn:aws:s3:::UserBucket/BucketFolder/*" 
            }, 
                { 
                "Effect": "Allow", 
                "Action": [ 
                    "s3:ListBucket" 
                ], 
                "Resource": "arn:aws:s3:::UserBucket", 
                "Condition": { 
                "StringLike": { 
                    "s3:prefix": [ 
                    "BucketFolder/*" 
                    ] 
                } 
            } 
        }  
    ]
}

O usuário que está acessando o bucket (não o proprietário do bucket) deve adicionar uma política 
semelhante ao exemplo a seguir para seu usuário. Observe que AccountX e TestUser abaixo se 
refere ao proprietário do bucket e seu usuário, respectivamente.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
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        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::AccountX:user/TestUser" 
            }, 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::UserBucket/BucketFolder/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::AccountX:user/TestUser" 
            }, 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::UserBucket" 
            ] 
        } 
    ]
}

Exemplo de política para conceder acesso ao uso do SageMaker Studio

Use uma política como a seguinte para criar uma função de execução do IAM que possa ser usada 
para configurar uma instância do Studio Classic.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeDomain", 
                "sagemaker:ListDomains", 
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                "sagemaker:DescribeUserProfile", 
                "sagemaker:ListUserProfiles", 
                "sagemaker:*App", 
                "sagemaker:ListApps" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Snowflake e Data Wrangler

Todas as permissões para AWS recursos são gerenciadas por meio de sua função do IAM 
anexada à sua instância do Studio Classic. O administrador do Snowflake gerencia as permissões 
específicas do Snowflake, pois pode conceder permissões e privilégios granulares a cada usuário do 
Snowflake. Isso inclui bancos de dados, esquemas, tabelas, armazéns e objetos de integração de 
armazenamento. Você deve garantir que as permissões corretas sejam configuradas fora do Data 
Wrangler.

Observe que o COPY INTO Amazon S3 comando Snowflake move dados do Snowflake para o 
Amazon S3 pela Internet pública por padrão, mas os dados em trânsito são protegidos usando SSL. 
Os dados em repouso no Amazon S3 são criptografados com SSE-KMS usando o padrão. AWS 
KMS key

Com relação ao armazenamento de credenciais do Snowflake, o Data Wrangler não armazena as 
credenciais do cliente. O Data Wrangler usa o Secrets Manager para armazenar as credenciais em 
um segredo e alterna os segredos como parte de um plano de segurança de melhores práticas. 
O administrador do Snowflake ou do Studio Classic precisa garantir que a função de execução do 
Studio Classic do cientista de dados tenha permissão para atuar GetSecretValue no segredo 
que armazena as credenciais. Se já estiver vinculada à função de execução do Studio Classic, 
a AmazonSageMakerFullAccess política tem as permissões necessárias para ler segredos 
criados pelo Data Wrangler e segredos criados seguindo a convenção de nomenclatura e marcação 
nas instruções acima. Segredos que não seguem as convenções devem ter acesso concedido 
separadamente. Recomendamos usar o Secrets Manager para evitar o compartilhamento de 
credenciais em canais não seguros; no entanto, observe que um usuário conectado pode recuperar 
a senha em texto simples iniciando um terminal ou notebook Python no Studio Classic e, em 
seguida, invocando chamadas de API da API Secrets Manager.
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Criptografia de dados com AWS KMS

No Data Wrangler, você pode descriptografar arquivos criptografados e adicioná-los ao seu fluxo 
do Data Wrangler. Você também pode criptografar a saída das transformações usando uma chave 
padrão AWS KMS ou uma fornecida por você.

Você pode importar arquivos se eles tiverem o seguinte:

• Criptografia do lado do servidor

• SSE-KMS como o tipo de criptografia

Para descriptografar o arquivo e importá-lo para um fluxo do Data Wrangler, você deve adicionar o 
usuário do SageMaker Studio Classic que você está usando como usuário chave.

A captura de tela a seguir mostra uma função de usuário do Studio Classic adicionada como usuário 
principal. Consulte Funções do IAM para acessar usuários no painel esquerdo para fazer essa 
alteração.

Configuração de chave gerenciada pelo cliente do Amazon S3 para armazenamento de dados 
importados do Data Wrangler

Por padrão, o Data Wrangler usa buckets Amazon S3 que têm a seguinte convenção de 
nomenclatura: sagemaker-region-account number. Por exemplo, se o número da sua conta 
for 111122223333 e você estiver usando o Studio Classic em us-east-1, seus conjuntos de dados 
importados são armazenados com a seguinte convenção de nomenclatura:. sagemaker-us-
east-1-111122223333

As instruções a seguir explicam como configurar uma chave gerenciada pelo cliente para seu bucket 
padrão do Amazon S3.

1. Para habilitar a criptografia do lado do servidor e configurar uma chave gerenciada pelo cliente 
para seu bucket S3 padrão, consulte Usando a criptografia KMS.
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2. Depois de seguir a etapa 1, navegue até AWS KMS em seuAWS Management Console. Encontre 
a chave gerenciada pelo cliente que você selecionou na etapa 1 da etapa anterior e adicione a 
função Studio Classic como usuário principal. Para fazer isso, siga as instruções em Permite que 
os principais usuários usem uma chave gerenciada pelo cliente.

Criptografando os dados que você exporta

É possível criptografar os dados que você exporta usando um dos seguintes métodos:

• Para especificar que seu bucket do Amazon S3 tem objeto use a criptografia SSE-KMS.

• Especificar uma chave AWS KMS para criptografar os dados que você exporta do Data Wrangler.

Na página Exportar dados, especifique um valor para o ID da chave AWS KMS ou ARN.

Para obter mais informações sobre o uso das chaves AWS KMS, consulte Proteção de dados 
usando criptografia do lado do servidor com as chaves AWS KMS armazenadas no (SSE-
KMS)AWSAWS Key Management Service do .

AppFlow Permissões da Amazon

Ao realizar uma transferência, você deve especificar uma função do IAM que tenha permissões 
para realizar a transferência. Você pode usar a mesma função do IAM que tem permissões para 
usar o Data Wrangler. Por padrão, o perfil do IAM que você usa para acessar o Data Wrangler é o
SageMakerExecutionRole.

A função do IAM também deve ter as permissões a seguir:

• Permissões para a Amazon AppFlow

• Permissões para o catálogo de dados AWS Glue

• Permissões para AWS Glue descobrir as fontes de dados que estão disponíveis

Quando você executa uma transferência, a Amazon AppFlow armazena os metadados da 
transferência no Catálogo de AWS Glue Dados. O Data Wrangler usa os metadados do catálogo 
para determinar se eles estão disponíveis para consulta e importação.

Para adicionar permissões à Amazon AppFlow, adicione a política AmazonAppFlowFullAccess
AWS gerenciada à função do IAM. Para obter mais informações sobre a adição de políticas, consulte
Adicionar ou remover permissões de identidades do IAM.
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Se você estiver transferindo dados para o Amazon S3, você também deve anexar a seguinte política.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "VisualEditor0", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetBucketTagging", 
        "s3:ListBucketVersions", 
        "s3:CreateBucket", 
        "s3:ListBucket", 
        "s3:GetBucketPolicy", 
        "s3:PutEncryptionConfiguration", 
        "s3:GetEncryptionConfiguration", 
        "s3:PutBucketTagging", 
        "s3:GetObjectTagging", 
        "s3:GetBucketOwnershipControls", 
        "s3:PutObjectTagging", 
        "s3:DeleteObject", 
        "s3:DeleteBucket", 
        "s3:DeleteObjectTagging", 
        "s3:GetBucketPublicAccessBlock", 
        "s3:GetBucketPolicyStatus", 
        "s3:PutBucketPublicAccessBlock", 
        "s3:PutAccountPublicAccessBlock", 
        "s3:ListAccessPoints", 
        "s3:PutBucketOwnershipControls", 
        "s3:PutObjectVersionTagging", 
        "s3:DeleteObjectVersionTagging", 
        "s3:GetBucketVersioning", 
        "s3:GetBucketAcl", 
        "s3:PutObject", 
        "s3:GetObject", 
        "s3:GetAccountPublicAccessBlock", 
        "s3:ListAllMyBuckets", 
        "s3:GetAnalyticsConfiguration", 
        "s3:GetBucketLocation" 
      ], 
      "Resource": "*" 
    } 
  ]
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}                                       
                 

Para adicionar permissões AWS Glue, adicione a política gerenciada
AWSGlueConsoleFullAccess à função do IAM. Para obter mais informações sobre AWS Glue 
permissões com a Amazon AppFlow, consulte [link-to-appflow-page].

A Amazon AppFlow precisa acessar AWS Glue um Data Wrangler para que você importe os dados 
que você transferiu. Para conceder AppFlow acesso à Amazon, adicione a seguinte política de 
confiança à função do IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::123456789012:root", 
                "Service": [ 
                    "appflow.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

Para exibir os AppFlow dados da Amazon no Data Wrangler, adicione a seguinte política à função do 
IAM:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": "glue:SearchTables", 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/*", 
                "arn:aws:glue:*:*:database/*", 
                "arn:aws:glue:*:*:catalog" 
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            ] 
        } 
    ]
}    

Usando configurações de ciclo de vida no Data Wrangler

Você pode ter uma instância do Amazon EC2 configurada para executar aplicativos Kernel Gateway, 
mas não o aplicativo Data Wrangler. Os aplicativos Kernel Gateway fornecem acesso ao ambiente 
e aos kernels que você usa para executar notebooks e terminais Studio Classic. O aplicativo 
Data Wrangler é o aplicativo de interface do usuário que executa o Data Wrangler. As instâncias 
do Amazon EC2 que não são instâncias do Data Wrangler exigem uma modificação em suas 
configurações de ciclo de vida para executar o Data Wrangler. As configurações de ciclo de vida 
são scripts de shell que automatizam a personalização do seu ambiente Amazon SageMaker Studio 
Classic.

Para obter mais informações sobre a configuração do ciclo de vida, consulte Use configurações de 
ciclo de vida com o Amazon Studio Classic SageMaker .

A configuração padrão do ciclo de vida da sua instância não é compatível com o uso do Data 
Wrangler. Você pode fazer as seguintes modificações na configuração padrão para usar o Data 
Wrangler com sua instância.

#!/bin/bash
set -eux
STATUS=$(
python3 -c "import sagemaker_dataprep"
echo $?
)
if [ "$STATUS" -eq 0 ]; then
echo 'Instance is of Type Data Wrangler'
else
echo 'Instance is not of Type Data Wrangler'

# Replace this with the URL of your git repository
export REPOSITORY_URL="https://github.com/aws-samples/sagemaker-studio-lifecycle-
config-examples.git"

git -C /root clone $REPOSTIORY_URL
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fi 
     

Você pode salvar o script como lifecycle_configuration.sh.

Você anexa a configuração do ciclo de vida ao seu domínio ou perfil de usuário do Studio Classic. 
Para obter mais informações sobre criar e gerenciar uma configuração de ciclo de vida, consulte
Criar e associar uma configuração de ciclo de vida.

As instruções a seguir mostram como anexar uma configuração de ciclo de vida a um domínio ou 
perfil de usuário do Studio Classic.

Você pode encontrar erros ao criar ou anexar uma configuração de ciclo de vida. Para obter 
informações sobre depuração da configuração do ciclo de vida, consulte KernelGateway falha no 
aplicativo.

Notas da versão

O Data Wrangler é atualizado regularmente com novos recursos e correções de bugs. Para atualizar 
a versão do Data Wrangler que você está usando no Studio Classic, siga as instruções em. Desligue 
e atualize os aplicativos do Studio Classic

Notas da versão

31/08/2023

Nova função:

Agora você pode criar um relatório de qualidade dos dados e insights em todo o seu conjunto de 
dados. Para ter mais informações, consulte Obtenha insights sobre dados e qualidade dos dados.

20/05/2023

Nova função:

Agora você pode importar seus dados do Salesforce Data Cloud. Para ter mais informações, 
consulte Importar dados do Salesforce Data Cloud.

18/04/2023

Nova função:
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Notas da versão

Agora você pode obter seus dados em um formato que o Amazon Personalize possa interpretar. 
Para ter mais informações, consulte Colunas de mapas do Amazon Personalize.

01/03/2023

Nova função:

Agora você pode usar o Hive para importar seus dados do Amazon EMR. Para ter mais informaçõ 
es, consulte Importar dados do Amazon EMR.

10/12/2022

Nova função:

Agora você pode exportar seu fluxo do Data Wrangler para um endpoint de inferência. Para ter 
mais informações, consulte Exportar para um endpoint de inferência.

Nova função:

Agora você pode usar um widget de caderno interativo para a preparação de dados. Para ter 
mais informações, consulte Use um widget interativo de preparação de dados em um notebook 
Amazon SageMaker Studio Classic para obter insights de dados.

Nova função:

Agora você pode importar dados de plataformas SaaS. Para ter mais informações, consulte
Importar dados de plataformas de software como serviço (SaaS).

12/10/2022

Nova função:

Agora você pode reutilizar fluxos de dados para conjuntos de dados diferentes. Para ter mais 
informações, consulte Reutilização de fluxos de dados para diferentes conjuntos de dados.

10/05/2022

Nova função:
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Notas da versão

Agora você pode usar a Análise de Componentes Principais (PCA) como uma transformação. 
Para ter mais informações, consulte Reduza a dimensionalidade em um conjunto de dados.

10/05/2022

Nova função:

Agora você pode reajustar os parâmetros em seu fluxo do Data Wrangler. Para ter mais informaçõ 
es, consulte Export.

10/03/2022

Nova função:

Agora você pode implantar modelos a partir do seu fluxo do Data Wrangler. Para ter mais 
informações, consulte Treine modelos automaticamente em seu fluxo de dados.

20/09/2022

Nova função:

Agora você pode configurar períodos de retenção de dados no Athena. Para ter mais informaçõ 
es, consulte Importar dados do Athena.

09/06/2022

Nova função:

Agora você pode usar o Amazon SageMaker Autopilot para treinar um modelo diretamente do seu 
fluxo do Data Wrangler. Para ter mais informações, consulte Treine modelos automaticamente em 
seu fluxo de dados.

6/5/2022

Nova função:

Agora você pode usar instâncias m5 e r5 adicionais. Para ter mais informações, consulte Instância 
s.

27/04/2022
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Notas da versão

Novas funcionalidades:

• Agora você pode obter um relatório de qualidade de dados. Para obter mais informações, 
consulte Obtenha insights sobre dados e qualidade dos dados.

• Agora você pode realizar amostragem aleatória e amostragem estratificada. Para ter mais 
informações, consulte Amostragem.

01/04/2022

Nova função:

Agora você pode usar o Databricks como fonte de dados. Para ter mais informações, consulte
Importar dados do Databricks (JDBC).

2/2/2022

Novas funcionalidades:

• Agora você pode exportar usando nós de destino. Para obter mais informações, consulte
Export.

• Você pode importar arquivos ORC e JSON. Para obter mais informações sobre tipos de 
arquivos, consulte Importar.

• O Data Wrangler agora oferece suporte ao uso da transformação SMOTE. Para ter mais 
informações, consulte Dados da balança.

• O Data Wrangler agora oferece suporte à codificação de similaridade para dados categóricos. 
Para ter mais informações, consulte Codificação de similaridade.

• O Data Wrangler agora oferece suporte ao desaninhamento de dados JSON. Para ter mais 
informações, consulte Desaninhar dados JSON.

• O Data Wrangler agora oferece suporte à expansão dos valores de uma matriz em colunas 
separadas. Para ter mais informações, consulte Explodir matriz.

• O Data Wrangler agora oferece suporte para entrar em contato com a equipe de serviço quando 
você tiver problemas. Para ter mais informações, consulte Solução de problemas.

• O Data Wrangler oferece suporte a etapas de edição e exclusão em seu fluxo de dados. Para 
obter mais informações, consulte Exclua uma etapa no seu fluxo do Data Wrangler. e Excluir 
uma etapa do seu fluxo de dados.
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Notas da versão

• Agora você pode executar transformações em várias colunas. Para ter mais informações, 
consulte Dados de transformação.

• Agora, o Data Wrangler oferece suporte para tags de alocação de custos Para obter mais 
informações, consulte Usar tags de alocação de custos.

16/10/2021

Nova função:

O Data Wrangler agora oferece suporte aos grupos de trabalho do Athena. Para ter mais 
informações, consulte Importar dados do Athena.

6/10/2021

Nova função:

O Data Wrangler agora oferece suporte à transformação de dados de séries temporais. Para ter 
mais informações, consulte Séries temporais de transformações.

15/07/2021

Novas funções:

• Não há suporte para Snowflake e Data Wrangler. Você pode usar o Snowflake como fonte de 
dados no Data Wrangler.

• Foi adicionado suporte para delimitador de campo personalizado em CSV. Agora há suporte 
para vírgula, dois pontos, ponto e vírgula, barra vertical (|) e Tab.

• Agora você pode exportar resultados diretamente para o Amazon S3.

• Foram adicionados alguns novos analisadores de multicolinearidade: fatores de inflação de 
variação, análise de componentes principais e seleção de recursos Lasso.

Aprimoramentos:

• Os gráficos de análise não podem mais ser embalados com rótulos sobrepostos.

Correções de bugs:
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Notas da versão

• O codificador One-Hot processa a string vazia com elegância.

• Correção de falhas que ocorriam quando o nome de uma coluna de dataframe continha pontos.

26/04/2021

Aprimoramentos:

• Foi adicionado suporte para trabalhos de processamento distribuído. Você pode usar várias 
instâncias ao executar um trabalho de processamento.

• O trabalho de processamento do Data Wrangler agora aglutina automaticamente pequenas 
saídas quando o tamanho estimado do resultado é menor que 1 gigabyte.

• Caderno de arquivo de atributos: desempenho aprimorado de ingestão do arquivo de atributos

• Os trabalhos de processamento do Data Wrangler agora usam 1.x como a tag de contêiner 
autorizada para futuras liberações.

Correções de bugs:

• Problemas de renderização corrigidos para histograma facetado.

• Reparo no Exportar para Trabalho de Processamento para suportar colunas de tipo vetorial.

• Reparto do operador Extract using regex para retornar o primeiro grupo capturado se um 
ou mais existirem na expressão regular ou regex.

08/02/2021

Novas funções:

• O Data Wrangler Flows oferece suporte a várias instâncias.

• Exportação atualizada para o Data Wrangler Job Notebook para usar o SageMaker SDK 2.20.0.

• O Export to Pipeline Notebook foi atualizado para usar o SageMaker SDK 2.20.0.

• Atualização da função Exportar para o Caderno Pipeline atualizado para adicionar o exemplo de 
treinamento do XGBoost como uma etapa opcional.

Aprimoramentos:
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Notas da versão

• Para melhorar a performance, a importação de arquivos CSV que contêm várias linhas em um 
único campo não é mais suportada.

Correções de bugs:

• Corrigido o problema de inferência de tipo no modelo Quick.

• Corrigido o bug da métrica de viés nos relatórios de viés.

• Corrigida a transformação de texto Featurize para trabalhar com colunas com valores ausentes.

• Corrigidas as visualizações integradas de histograma fixo e gráfico de dispersão para trabalhar 
com conjuntos de dados que contêm colunas semelhantes a matrizes.

• A consulta Athena agora é executada novamente se a ID de execução da consulta tiver 
expirado.

Solução de problemas

Se surgir um problema ao usar o Amazon SageMaker Data Wrangler, recomendamos que você faça 
o seguinte:

• Se uma mensagem de erro for fornecida, leia a mensagem e resolva o problema que ela relata, se 
possível.

• Certifique-se de que a função do IAM do seu usuário do Studio Classic tenha as permissões 
necessárias para realizar a ação. Para ter mais informações, consulte Segurança e permissões.

• Se o problema ocorrer ao tentar importar de outro serviço AWS, como Amazon Redshift ou 
Athena, verifique se você configurou as permissões e os recursos necessários para realizar a 
importação de dados. Para ter mais informações, consulte Importar.

• Se você ainda estiver tendo problemas, escolha Obter ajuda no canto superior direito da tela para 
entrar em contato com a equipe do Data Wrangler. Para obter mais informações, consulte as 
seguintes imagens:
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Como último recurso, você pode tentar reiniciar o kernel no qual o Data Wrangler está sendo 
executado.

1. Salve e saia do arquivo .flow do qual você deseja reiniciar o kernel.

2. Selecione o ícone Executando Terminais e Kernels, conforme mostrado na imagem a seguir.

3. Selecione o ícone Parar à direita do arquivo.flow para o qual você deseja encerrar o kernel, 
conforme mostrado na imagem a seguir.
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4. Atualize o navegador.

5. Reabra o arquivo .flow no qual você estava trabalhando.

Solucionar problemas com o Amazon EMR

Use as informações a seguir para ajudá-lo a solucionar erros que podem surgir ao usar o Amazon 
EMR.

• Falha na conexão — Se a conexão falhar com a seguinte mensagem The IP address of the 
EMR cluster isn't private error message, seu cluster do Amazon EMR pode não ter 
sido lançado em uma sub-rede privada. Como uma prática recomendada de segurança, o Data 
Wrangler só oferece suporte à conexão com clusters privados do Amazon EMR. Escolha uma sub-
rede EC2 privada para iniciar um cluster EMR.

• Conexão interrompida e tempo limite — O problema provavelmente se deve a um problema de 
conectividade de rede. Depois que você começa a se conectar ao cluster, a tela não é atualizada. 
Após cerca de 2 minutos, você poderá ver o seguinte erro JdbcAddConnectionError: An 
error occurred when trying to connect to presto: xxx: Connect to xxx 
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failed: Connection timed out (Connection timed out) will display on top 
of the screen..

Os erros podem ter duas causas principais:

• O Amazon EMR e o Amazon SageMaker Studio Classic estão em VPCs diferentes. 
Recomendamos lançar o Amazon EMR e o Studio Classic na mesma VPC. Você também 
pode usar o emparelhamento de VPC. Para obter mais informações, consulte O que é 
emparelhamento de VPC?

• O grupo de segurança principal do Amazon EMR não tem a regra de tráfego de entrada para o 
grupo de segurança do Amazon SageMaker Studio Classic na porta usada para o Presto. Para 
resolver o problema, permita o tráfego de entrada na porta 8889.

• A conexão falha devido ao tipo de conexão estar configurado incorretamente — Você pode ver 
a seguinte mensagem de erro:  Data Wrangler couldn't create a connection to 
{connection_source} successfully. Try connecting to {connection_source} 
again. For more information, see Troubleshoot. If you’re still 
experiencing issues, contact support.

Verifique o método de autenticação. O método de autenticação que você especificou no Data 
Wrangler deve corresponder ao método de autenticação que você está usando no cluster.

• Você não tem permissões do HDFS para autenticação LDAP — Use as orientações a seguir para 
resolver o problema Configure as permissões do HDFS usando credenciais do Linux. Você pode 
fazer login no cluster usando os seguintes comandos: :

hdfs dfs -mkdir /user/USERNAME
hdfs dfs -chown USERNAME:USERNAME /user/USERNAME             
                 

• Erro de chave de conexão ausente na autenticação LDAP — Você pode ver a seguinte mensagem 
de erro:. Data Wrangler couldn't connect to EMR hive successfully. JDBC 
connection is missing required connection key(s): PWD

Para a autenticação LDAP, você deve especificar um nome de usuário e uma senha. A URL do 
JDBC armazenada no Secrets Manager é propriedade ausente PWD.

• Ao solucionar problemas de configuração LDAP: Recomendamos certificar-se de que o 
autenticador LDAP (servidor LDAP) esteja configurado corretamente para se conectar ao 
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cluster do Amazon EMR. Use o comando ldapwhoami para ajudar a resolver o problema de 
configuração. A seguir estão exemplos de comandos que você pode executar:

• Para LDAPS — ldapwhoami -x -H ldaps://ldap-server

• Para LDAP — ldapwhoami -x -H ldap://ldap-server

Qualquer um dos comandos deve retornar Anonymous se você tiver configurado o autenticador 
com sucesso.

Solução de problemas com o Salesforce

Erro de configuração do ciclo de vida

Quando seu usuário abre o Studio Classic pela primeira vez, ele pode receber um erro dizendo que 
há algo errado com a configuração do ciclo de vida. Use CloudWatch a Amazon para acessar os 
registros escritos pelo seu script de configuração do ciclo de vida. Para obter mais informações sobre 
depuração de configurações de ciclo de vida, consulte Configuração de depuração do ciclo de vida.

Se não conseguir depurar o erro, você poderá criar o arquivo de configuração manualmente. Você 
deve criar o arquivo sempre que excluir ou reiniciar o servidor Jupyter. Use o procedimento a seguir 
para criar o arquivo manualmente.

Para criar um arquivo de configuração

1. Navegue até o Studio Classic.

2. Escolha Arquivo, depois Novo e, em seguida, Terminal.

3. Criar .sfgenie_identity_provider_oauth_config.

4. Abra o arquivo em um editor de textos.

5. Adicione um objeto JSON contendo o nome de recurso da Amazon (ARN) do segredo do 
Secrets Manager ao arquivo. O modelo a seguir pode ser usado para criar o objeto.

{ 
  "secret_arn": "example-secret-ARN"
} 
                     

6. Salve as alterações no arquivo .
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Não é possível acessar o Salesforce Data Cloud a partir do fluxo do Data Wrangler

Depois que seu usuário escolher o Salesforce Data Cloud em seu fluxo do Data Wrangler, ele poderá 
receber um erro indicando que os pré-requisitos para configurar a conexão não foram atendidos. Isso 
pode ser causado pelos seguintes erros:

• O segredo do Salesforce no Secrets Manager não foi criado.

• O segredo do Salesforce no Secrets Manager foi criado, mas não tem a tag Salesforce.

• O segredo do Salesforce no Secrets Manager foi criado no Região da AWS errado. Por exemplo, 
seu usuário não poderá acessar o Salesforce Data Cloud em ca-central-1 porque você criou 
o segredo em us-east-1. Você pode replicar o segredo para ca-central-1 ou criar um 
novo segredo com as mesmas credenciais em ca-central-1. Para obter informações sobre 
como replicar segredos, consulte Replicar um segredo AWS Secrets Manager para outra pessoa 
Regiões da AWS.

• A política que seus usuários estão usando para acessar o Amazon SageMaker Studio Classic não 
tem permissões para AWS Secrets Manager

• Há um erro de digitação no ARN do Secrets Manager do objeto JSON que você especificou por 
meio da configuração do ciclo de vida.

• Há um erro de digitação no segredo do Secrets Manager que contém sua configuração do 
Salesforce OAuth

Exibição de página em branco redirect_uri_mismatch

Depois que seus usuários escolherem Salvar e Conectar, eles poderão ser redirecionados para 
uma página exibida redirect_uri_mismatch. O URI de retorno de chamada registrado nas 
configurações do aplicativo Salesforce Connected está ausente ou incorreto.

Use o seguinte URL para verificar se o URL do Studio Classic está registrado corretamente 
nas configurações do aplicativo conectado da sua organização Salesforce:. https://
EXAMPLE_SALESFORCE_ORG/lightning/setup/NavigationMenus/home/ Para obter mais 
informações sobre como usar as configurações do aplicativo conectado, navegue até o seguinte 
URL: https://EXAMPLE_SALESFORCE_ORG/lightning/setup/NavigationMenus/home/.

Note

São necessários aproximadamente dez minutos para propagar o URI nos sistemas da 
Salesforce.
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Espaços compartilhados

Atualmente, os espaços compartilhados não funcionam com a integração do Salesforce Data Cloud. 
Você pode excluir os espaços compartilhados no SageMaker domínio da Amazon que pretende usar 
ou usar outro domínio que não tenha espaços compartilhados configurados.

Erro de redirecionamento do OAuth

Seus usuários devem poder importar seus dados do Salesforce Data Cloud depois de escolherem
Connect. Se eles encontrarem um erro, recomendamos pedir que façam o seguinte:

• Peça que eles sejam pacientes — Quando eles são redirecionados de volta para o Amazon 
SageMaker Studio Classic, pode levar até um minuto para concluir o processo de autenticação. 
Enquanto eles estão sendo redirecionados, recomendamos que eles evitem interagir com o 
navegador. Por exemplo, eles não devem fechar a guia do navegador, mudar para outra guia ou 
interagir com o fluxo do Data Wrangler. A interação com o navegador pode remover o código de 
autorização necessário para conectar-se à nuvem de dados.

• Faça com que seus usuários se reconectem à nuvem de dados – Há problemas transitórios que 
podem causar falha na conexão com o Salesforce Data Cloud. Faça com que seus usuários criem 
um novo fluxo do Data Wrangler e tentem se conectar novamente ao Salesforce Data Cloud.

• Certifique-se de que seus usuários fechem todas as outras guias com o Amazon SageMaker 
Studio Classic — Ter o Studio Classic aberto em várias guias pode causar falha na conexão com 
o Salesforce Data Cloud. Certifique-se de que seus usuários tenham apenas uma guia do Studio 
Classic aberta.

• Vários usuários acessando o Studio Classic ao mesmo tempo — Somente um usuário deve 
acessar um SageMaker domínio da Amazon por vez. Se vários usuários acessarem o mesmo 
domínio, a conexão que um usuário está tentando criar com o Salesforce Data Cloud pode falhar.

A atualização do Data Wrangler e do Studio Classic também pode corrigir o erro. Para obter 
informações sobre como atualizar o Data Wrangler, consulte Atualizar Data Wrangler. Para obter 
informações sobre a atualização do Studio Classic, consulteDesligue e atualize o SageMaker Studio 
Classic.

Se nenhuma das etapas de solução de problemas anteriores funcionar, você poderá encontrar 
uma mensagem de erro do Salesforce com uma descrição correspondente incorporada na 
URL do Studio Classic. A seguir está um exemplo de mensagem que você pode encontrar:
error=invalid_client_id&error_description=client%20identifier%20invalid.
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Você pode observar a mensagem de erro no URL e tentar resolver os problemas que ela apresenta. 
Se a mensagem ou descrição do erro não estiver clara, recomendamos pesquisar na Base de 
conhecimento do Salesforce. Se a pesquisa na base de conhecimento não funcionar, você pode 
entrar em contato com o Help Desk do Salesforce para obter mais assistência.

O Data Wrangler leva muito tempo para carregar

Quando seus usuários são redirecionados de volta para o Data Wrangler a partir do Salesforce Data 
Cloud, eles podem enfrentar longos tempos de carregamento.

Se for a primeira vez que o usuário usa o Data Wrangler ou se ele tiver excluído o kernel, pode levar 
cerca de 5 minutos para provisionar a nova instância do Amazon EC2 para usar o Data Wrangler.

Se esta não for a primeira vez que o usuário usa o Data Wrangler e ele não tiver excluído o kernel, 
você pode solicitar que ele atualize a página ou feche tantas guias do navegador quanto possível.

Se nenhuma das intervenções anteriores funcionar, peça-lhes que configurem uma nova conexão 
com o Salesforce Data Cloud.

O usuário falha ao exportar seus dados com um erro Invalid batch Id

Quando seu usuário exporta as transformações que ele fez em seus dados do Salesforce, o trabalho 
de SageMaker processamento que o Data Wrangler usa no back-end pode falhar. O Salesforce Data 
Cloud pode estar temporariamente indisponível ou pode haver um problema de armazenamento em 
cache.

Para resolver o problema, recomendamos que os usuários voltem à etapa em que estão importando 
os dados e alterando a ordem das colunas que estão consultando . Por exemplo, eles podem alterar 
a seguinte consulta:

SELECT col_A, col_B FROM table                 
             

Para a seguinte consulta:

SELECT col_B, col_A FROM table                 
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Depois de alterar a ordem das colunas e certificar-se de que as transformações subsequentes feitas 
ainda são válidas, eles poderão começar a exportar seus dados novamente.

Os usuários não podem exportar um conjunto de dados muito grande

Se seus usuários importaram um conjunto de dados muito grande do Salesforce Data Cloud, talvez 
não consigam exportar as transformações que fizeram. Um conjunto de dados grande pode ter 
muitas linhas ou pode resultar de uma consulta complexa.

Recomendamos que seus usuários realizem as seguintes ações:

• Simplificar sua consulta SQL

• Amostragem de seus dados

A seguir estão algumas estratégias que eles podem usar para simplificar suas consultas:

• Especifique os nomes das colunas em vez de usar o operador *

• Encontrar um subconjunto de dados que eles gostariam de importar em vez de usar um 
subconjunto maior

• Minimizando as junções entre conjuntos de dados muito grandes

Eles podem usar amostragem para reduzir o número de linhas em seu conjunto de dados. Para obter 
informações sobre métodos de amostragem, seus usuários podem consultar Amostragem.

Os usuários não podem exportar dados devido ao token de atualização inválido

O Data Wrangler usa um driver JDBC para se integrar ao Salesforce Data Cloud. O método de 
autenticação é o OAuth. Para OAuth, o token de atualização e o token de acesso são dois dados 
diferentes usados para autorizar o acesso a recursos no Salesforce Data Cloud.

O token de acesso, ou token principal, é o que permite acessar seus dados do Salesforce e executar 
consultas diretamente por meio do Data Wrangler. É de curta duração e foi desenvolvido para expirar 
rapidamente. Para manter o acesso aos seus dados do Salesforce, o Data Wrangler usa o token de 
atualização para obter um novo token de acesso do Salesforce.

Talvez você tenha configurado a atualização para expirar muito rapidamente para obter um novo 
token de acesso para seus usuários. Talvez seja necessário revisar sua política de token de 
atualização para garantir que ela possa acomodar consultas que demoram muito para serem 
executadas para seus usuários. Para obter informações sobre como configurar a política de token 
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de atualização, consulte https://EXAMPLE_SALESFORCE_ORG_URL/lightning/setup/
ConnectedApplication/home/.

As consultas falham ou as tabelas não são carregadas

A Salesforce enfrenta interrupções no serviço. Mesmo que você tenha configurado tudo 
corretamente, seus usuários talvez não consigam importar seus dados por períodos de tempo.

Paralisações no serviço podem ocorrer por motivos de manutenção. Recomendamos verificar no dia 
seguinte para ver se o problema foi resolvido.

Se você estiver enfrentando problemas há mais de um dia, recomendamos entrar em contato com a 
Help Desk do Salesforce para obter mais assistência. Para obter informações sobre como entrar em 
contato com a Salesforce, consulte Como você gostaria de entrar em contato com a Salesforce?

OAUTH_APP_BLOCKEDdurante o redirecionamento do Studio Classic

Quando seu usuário é redirecionado de volta para o Amazon SageMaker Studio Classic, ele pode 
observar o parâmetro de consulta error=OAUTH_APP_BLOCKED na URL. Eles podem estar 
enfrentando um problema transitório que deve se resolver dentro de um dia.

É possível que você também tenha bloqueado o acesso deles ao Connected App. 
Para obter informações sobre como resolver o problema, consulte https://
EXAMPLE_SALESFORCE_ORG_URL/lightning/setup/ConnectedApplication/home/.

OAUTH_APP_DENIEDdurante o redirecionamento do Studio Classic

Quando seu usuário é redirecionado de volta para o Amazon SageMaker Studio Classic, ele pode 
observar o parâmetro de consulta error=OAUTH_APP_ACCESS_DENIED na URL. Você não 
concedeu às pessoas permissões de tipo de perfil para acessar o Connected App associado ao 
Data Wrangler.

Para resolver o problema de acesso, navegue até o perfil correto https://
EXAMPLE_SALESFORCE_ORG_URL/lightning/setup/ManageUsers/home/ e verifique se o 
usuário está atribuído ao perfil correto.

Aumente o limite de instâncias do Amazon EC2

Você poderá ver a mensagem de erro a seguir ao usar o Data Wrangler: The following 
instance type is not available: ml.m5.4xlarge. Try selecting a different 
instance below.
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A mensagem pode indicar que você precisa selecionar um tipo de instância diferente, mas também 
pode indicar que você não tem instâncias suficientes do Amazon EC2 para executar com sucesso 
o Data Wrangler em seu fluxo de trabalho. Você pode aumentar o número de instâncias usando o 
procedimento a seguir.

Para aumentar o número de instâncias, faça o seguinte.

1. Abra a AWS Management Console.

2. Na barra de pesquisa, especifique Services Quotas.

3. Escolha Service Quotas.

4. Selecione Serviço da AWS.

5. Na barra de pesquisa, especifique Amazon SageMaker.

6. Escolha Amazon SageMaker.

7. Em Cotas de serviço, especifique Studio KernelGateway Apps running on
ml.m5.4xlarge instance.

Note

O tipo de instância padrão do Data Wrangler é ml.m5.4xlarge. Você pode usar outros 
tipos de instância e solicitar aumentos de cota para eles. Para ter mais informações, 
consulte Instâncias.

8. Selecione Studio KernelGateway Apps em execução na instância ml.m5.4xlarge.

9. Selecione Solicitar aumento de cota.

10. Em Alterar valor da cota, especifique um valor maior que o valor da cota aplicada.

11. Escolha Solicitar.

Se sua solicitação for aprovada, AWS enviará uma notificação para o endereço de e-mail associado 
à sua conta. Você também pode verificar o status da sua solicitação escolhendo Histórico de 
solicitações de cotas na página Service Quotas. As solicitações processadas têm um status de
Fechado.

Atualizar Data Wrangler

Para atualizar o Data Wrangler para a versão mais recente, primeiro desligue o KernelGateway 
aplicativo correspondente no painel de controle do Amazon SageMaker Studio Classic. Depois que 

Atualizar Data Wrangler 2431



Amazon SageMaker Guia do Desenvolvedor

o KernelGateway aplicativo for encerrado, reinicie-o abrindo um fluxo de Data Wrangler novo ou 
existente no Studio Classic. Quando você abre um fluxo novo ou existente do Data Wrangler, o 
kernel que inicia contém a versão mais recente do Data Wrangler.

Atualize sua instância do Studio Classic e do Data Wrangler

1. Navegue até seu SageMakerconsole.

2. Escolha SageMaker e depois Studio Classic.

3. Escolha o seu nome de usuário.

4. Em Aplicativos, na linha que exibe o nome do aplicativo, escolha Excluir aplicativo para o 
aplicativo que começa com sagemaker-data-wrang e para o JupyterServer aplicativo.

5. Escolha Sim, excluir aplicações.

6. Digite delete na caixa de confirmação.

7. Escolha Excluir.

8. Reabra sua instância do Studio Classic. Quando você começa a criar um fluxo do Data 
Wrangler, sua instância agora usa a versão mais recente do Data Wrangler.

Como alternativa, se você estiver usando uma versão do aplicativo Data Wrangler que não seja a 
versão mais recente e tiver um fluxo existente do Data Wrangler aberto, será solicitado que você 
atualize a versão do aplicativo Data Wrangler na interface do Studio Classic. O screenshot a seguir 
mostra este comando.

Important

Isso atualiza somente o aplicativo de gateway de kernel do Data Wrangler. Você ainda 
precisa desligar o JupyterServer aplicativo em sua conta de usuário. Para isso, siga as 
etapas anteriores.
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Você também pode escolher Lembrar-me mais tarde; nesse caso, um botão Atualizar aparece no 
canto superior direito da tela.
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Desligar o Data Wrangler

Quando você não estiver usando o Data Wrangler, é importante encerrar a instância na qual ele é 
executado para evitar taxas adicionais.

Para evitar perder trabalho, salve seu fluxo de dados antes de desligar o Data Wrangler. Para salvar 
seu fluxo de dados no Studio Classic, escolha Arquivo e, em seguida, escolha Salvar fluxo do Data 
Wrangler. O Data Wrangler salvará automaticamente seu fluxo de dados a cada 60 segundos.

Para desligar a instância do Data Wrangler no Studio Classic

1. No Studio Classic, selecione o ícone Running Instances and Kernels

() .

2. Em RUNNING APPS está o aplicativo sagemaker-data-wrangler-1.0. Selecione o ícone de 
desligamento ao lado deste aplicativo 

( ).

O Data Wrangler é executado em uma instância ml.m5.4xlarge. Essa instância desaparece de
INSTÂNCIAS EM EXECUÇÃO quando você desliga o aplicativo Data Wrangler.

Depois de desligar o aplicativo Data Wrangler, ele deverá ser reiniciado na próxima vez que você 
abrir um arquivo de fluxo do Data Wrangler. Isso pode levar alguns minutos.

Dimensione a preparação de dados usando Apache Spark, Hive 
ou Presto no Amazon EMR ou AWS Glue nos notebooks Amazon 
Studio Classic SageMaker
O Amazon SageMaker Studio Classic fornece aos cientistas de dados, engenheiros de aprendizado 
de máquina (ML) e clínicos gerais ferramentas para realizar análises e preparação de dados 
em grande escala. Analisar, transformar e preparar grandes quantidades de dados é uma etapa 
fundamental de qualquer fluxo de trabalho de ciência de dados e ML. SageMaker O Studio Classic 
vem com integração integrada do Amazon EMR e das sessões AWS Glue interativas para lidar com 
seus fluxos de trabalho interativos de preparação de dados e aprendizado de máquina em grande 
escala, tudo dentro do seu notebook Studio Classic.

O Amazon EMR é uma plataforma gerenciada de big data com recursos para ajudá-lo a executar 
trabalhos de processamento de dados distribuídos em escala de petabytes usando estruturas de 
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análise de código aberto em AWS como Apache Spark, Apache Hive, Presto, HBase, Flink e Hudi, 
entre outras. Engenheiros de dados e cientistas de dados usam o Amazon EMR para uma ampla 
variedade de casos de uso, incluindo análise de big data, análises hipotéticas, análises em tempo 
real e preparação de dados para machine learning. Com a integração do Studio Classic com o 
Amazon EMR, você pode criar, navegar, descobrir e se conectar aos clusters do Amazon EMR 
sem sair do seu notebook Studio Classic. Você também pode monitorar e depurar suas cargas 
de trabalho do Spark com acesso com um clique à interface do usuário do Spark de dentro do 
caderno. Você deve considerar o Amazon EMR para suas cargas de trabalho de preparação de 
dados se quiser o máximo controle sobre versões de hardware e software, contêineres e aplicativos 
de processamento de big data.

As Sessões interativas AWS Glue são um serviço sem servidor que você pode contratar para coletar, 
transformar, limpar e preparar dados para armazenamento em seus data lakes e pipelines de dados 
AWS Glue. As Sessões interativas fornecem um ambiente de runtime Apache Spark sob demanda 
e sem servidor que você pode inicializar em segundos em uma Unidade de Processamento de 
Dados (DPU) dedicada sem precisar se preocupar com o provisionamento e o gerenciamento de 
uma infraestrutura complexa de clusters de computação. Após a inicialização, você pode navegar 
rapidamente pelo catálogo de AWS Glue dados, executar grandes consultas, acessar dados 
controlados e analisar e preparar dados de forma interativa usando o Spark, diretamente no seu 
notebook Studio Classic. AWS Lake Formation Em seguida, você pode usar os dados preparados 
para treinar, ajustar e implantar modelos usando as ferramentas de ML criadas especificamente no 
SageMaker Studio Classic. Você deve considerar as sessões interativas AWS Glue para suas cargas 
de trabalho de preparação de dados quando quiser um serviço Spark sem servidor com controle 
moderado de configurabilidade e flexibilidade.

Conteúdo

• Prepare dados usando o Amazon EMR

• Preparar os dados usando sessões interativas do AWS Glue

Prepare dados usando o Amazon EMR

O Amazon SageMaker Studio Classic vem com a integração integrada do Amazon EMR, com a qual 
cientistas e engenheiros de dados podem realizar preparação interativa de dados e aprendizado de 
máquina (ML) em escala de petabytes diretamente do notebook Studio Classic. Em um caderno, eles 
podem descobrir e se conectar aos clusters já existentes do Amazon EMR e, em seguida, explorar, 
visualizar e preparar dados em grande escala de forma interativa para machine learning usando
Apache Spark, Apache Hive e Presto. Além disso, os usuários podem acessar a interface do usuário 
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do Spark com um único clique para monitorar suas tarefas do Spark a partir de seus notebooks 
Studio Classic.

Os administradores podem usar o AWS Service Catalogpara definir AWS CloudFormationmodelos
de clusters do Amazon EMR acessíveis aos usuários do Studio Classic. Os cientistas de dados 
podem então escolher um modelo predefinido para autoprovisionar um cluster do Amazon EMR 
diretamente dos notebooks Amazon SageMaker Studio Classic. Os administradores podem 
parametrizar ainda mais os modelos para permitir que os usuários escolham aspectos do cluster 
que correspondam às workloads dentro de valores predefinidos. Por exemplo, um cientista de dados 
ou engenheiro de dados pode querer especificar o número de nós centrais do cluster até um valor 
máximo predeterminado ou selecionar o tipo de instância de um nó em um menu suspenso.

• Se você for administrador, certifique-se de ter habilitado a comunicação entre os notebooks 
Amazon SageMaker Studio Classic e os clusters do Amazon EMR. Para obter instruções, consulte 
a próxima seção Configurar a rede (para administradores). Depois que essa comunicação estiver 
ativada, você terá a opção de:

• Defina modelos de cluster AWS Service Catalog e garanta a disponibilidade desses modelos por 
meio dos notebooks do Studio Classic:Configurar modelos do Amazon EMR em AWS Service 
Catalog (para administradores).

• Configure a capacidade de descoberta dos clusters existentes do Amazon EMR diretamente dos 
notebooks do Studio Classic:. Configurar a capacidade de descoberta dos clusters do Amazon 
EMR (para administradores)

• Se você é um cientista de dados ou engenheiro de dados que deseja provisionar automaticamente 
um cluster do Amazon EMR, consulte Inicie um cluster do Amazon EMR a partir do Studio Classic.

• Se você é um cientista de dados ou engenheiro de dados que deseja descobrir e se conectar aos 
clusters existentes do Amazon EMR a partir do Studio Classic, consulte. Use clusters do Amazon 
EMR a partir de notebooks Studio Classic

Lista de tópicos

• Configurar a rede (para administradores)

• Crie um cluster do Amazon EMR a partir de notebooks Studio Classic

• Use clusters do Amazon EMR a partir de notebooks Studio Classic

• Acesse a interface do Spark a partir do Studio Classic

• Explicações passo a passo e documentos técnicos

• Configuração adicional para casos de uso de contas cruzadas (para administradores)
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• Solução de problemas

Configurar a rede (para administradores)

Esta seção fornece informações sobre como os administradores podem configurar sua rede para 
permitir a comunicação entre os notebooks Amazon SageMaker Studio Classic e um cluster do 
Amazon EMR.

As instruções de rede variam de acordo com o fato de o SageMaker Studio Classic e o Amazon EMR 
serem implantados em uma Amazon Virtual Private Cloud (VPC) privada ou se comunicarem pela 
Internet.

Por padrão, o SageMaker Studio Classic é executado em uma VPC AWS gerenciada com acesso à 
Internet. Ao usar uma conexão com a Internet, o Studio Classic acessa AWS recursos, como buckets 
do Amazon S3, pela Internet. No entanto, se você tiver requisitos de segurança para controlar o 
acesso aos seus dados e contêineres de trabalho, recomendamos que você configure o SageMaker 
Studio Classic e o Amazon EMR para que seus dados e contêineres não sejam acessíveis pela 
Internet. Para controlar o acesso aos seus recursos ou executar o SageMaker Studio Classic sem 
acesso público à Internet, você pode especificar o tipo de acesso à VPC only rede ao se integrar 
ao Amazon SageMaker Domain. Nesse cenário, o SageMaker Studio Classic estabelece conexões 
com outros AWS serviços por meio de VPC endpoints privados. Para obter informações sobre 
como configurar o SageMaker Studio Classic no VPC only modo, consulte Conectar notebooks 
SageMaker Studio Classic em uma VPC a recursos externos. .

As duas primeiras seções descrevem como garantir a comunicação entre o SageMaker Studio 
Classic e um cluster do Amazon EMR em VPCs sem acesso público à Internet. A última seção 
aborda como garantir a comunicação entre o SageMaker Studio Classic e o Amazon EMR usando 
uma conexão com a Internet. Antes de conectar o SageMaker Studio Classic e o Amazon EMR 
sem acesso à Internet, certifique-se de estabelecer endpoints para o Amazon Simple Storage 
Service (armazenamento de dados), o Amazon CloudWatch (registro e monitoramento) e o Amazon 
SageMaker Runtime (controle de acesso detalhado baseado em funções (RBAC)).

• Se seus clusters do Amazon SageMaker Studio Classic e do Amazon EMR estiverem configurados 
em VPCs diferentes na mesma AWS conta ou em contas diferentes, consulte.  O Studio Classic e 
o Amazon EMR são implantados em VPCs separadas

• Se seus clusters do Amazon SageMaker Studio Classic e do Amazon EMR estiverem configurados 
na mesma VPC, consulte. O Amazon SageMaker Studio Classic e o Amazon EMR estão na 
mesma VPC
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• Se você optar por conectar o Amazon SageMaker Studio Classic e o cluster do Amazon EMR pela 
Internet pública, consulte. O Amazon SageMaker Studio Classic e o Amazon EMR se comunicam 
pela Internet pública

O Studio Classic e o Amazon EMR são implantados em VPCs separadas

Para permitir a comunicação entre o SageMaker Studio Classic e um cluster do Amazon EMR 
quando eles são implantados em diferentes VPCs:

1. Comece conectando as VPCs por meio de uma conexão de emparelhamento de VPC.

2. Atualize suas tabelas de roteamento em cada VPC para rotear o tráfego de rede entre as sub-
redes do Studio Classic e as sub-redes do Amazon EMR nos dois sentidos.

3. Configure seus grupos de segurança da VPC para permitir tráfego de entrada e saída.

As etapas são semelhantes, independentemente de o Amazon SageMaker Studio Classic e o cluster 
do Amazon EMR estarem implantados na mesma AWS conta (caso de uso de conta única) ou em 
AWS contas diferentes (caso de uso de contas cruzadas).

1. emparelhamento da VPC

Crie uma conexão de emparelhamento de VPC para facilitar a rede entre as duas VPCs (Studio 
SageMaker Classic e Amazon EMR).

a. Na sua conta do SageMaker Studio Classic, no painel da VPC, escolha Conexões de
emparelhamento e, em seguida, Criar conexão de emparelhamento.

b. Crie sua solicitação para emparelhar a VPC do Studio Classic dentro da VPC do Amazon 
EMR. Ao solicitar o emparelhamento em outra conta AWS, escolha Outra conta em
Selecionar outra VPC para fazer o emparelhamento.

Para emparelhamento entre contas cruzadas, o administrador deve aceitar a solicitação da 
conta do Amazon EMR.

Ao emparelhar sub-redes privadas, você deve ativar a resolução de DNS de IP privado na 
conexão de emparelhamento de VPC.

2. Tabelas de rotas

Envie o tráfego de rede entre as sub-redes do SageMaker Studio Classic e as sub-redes do 
Amazon EMR nos dois sentidos.
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Depois de estabelecer a conexão de emparelhamento, o administrador (em cada conta para 
acesso entre contas) pode adicionar rotas às tabelas de rotas da sub-rede privada para rotear o 
tráfego entre os cadernos e as sub-redes do cluster. Você pode definir essas rotas acessando a 
seção Tabelas de rotas de cada VPC no painel da VPC.

A ilustração a seguir da tabela de rotas de uma sub-rede VPC do Studio Classic mostra um 
exemplo de uma rota de saída da conta do Studio Classic para a faixa de IP da VPC do Amazon 
EMR (aqui) por meio da conexão de emparelhamento. 2.0.1.0/24

A ilustração a seguir de uma tabela de rotas de uma sub-rede VPC do Amazon EMR mostra um 
exemplo de rotas de retorno da VPC do Amazon EMR para a faixa de IP da VPC Studio Classic 
(aqui) por meio da conexão de emparelhamento. 10.0.20.0/24

3. Grupos de segurança

Por fim, o grupo de segurança do seu domínio Studio Classic deve permitir tráfego de saída, e o 
grupo de segurança do nó primário do Amazon EMR deve permitir tráfego de entrada nas portas 
TCP Apache Livy, Hive ou Presto (respectivamente 899810000, e) do grupo de segurança da 
instância Studio Classic. 8889 O Apache Livy é um serviço que permite a interação com um 
cluster do Amazon EMR por meio de uma interface REST.

A imagem a seguir mostra um exemplo de uma configuração do Amazon VPC que permite que 
os notebooks SageMaker Studio Classic provisionem clusters do Amazon EMR a partir de AWS 
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CloudFormation modelos e depois se conectem a um cluster do Amazon EMR na mesma conta. 
AWS O diagrama fornece uma ilustração adicional dos endpoints necessários para uma conexão 
direta com vários AWS serviços, como Amazon S3 ou CloudWatch Amazon, quando as VPCs 
não têm acesso à Internet. Como alternativa, um gateway NAT deve ser usado para permitir que 
as instâncias em sub-redes privadas de várias VPCs compartilhem um único endereço IP público 
fornecido pelo gateway da Internet ao acessar a Internet.

O Amazon SageMaker Studio Classic e o Amazon EMR estão na mesma VPC

Se o Amazon SageMaker Studio Classic e o cluster estiverem em sub-redes diferentes, adicione 
rotas a cada tabela de rotas de sub-rede privada para rotear o tráfego entre os notebooks e as sub-
redes do cluster. Você pode definir essas rotas acessando a seção Tabelas de rotas de cada VPC 
no painel da VPC. Se você implantou o Amazon SageMaker Studio Classic e um cluster do Amazon 
EMR na mesma VPC e na mesma sub-rede, você não precisa rotear o tráfego entre os notebooks e 
o cluster.

Independentemente de você precisar atualizar suas tabelas de roteamento, o grupo de segurança 
do seu domínio Studio Classic deve permitir tráfego de saída, e o grupo de segurança do nó primário 
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do Amazon EMR deve permitir tráfego de entrada nas portas TCP Apache Livy, Hive ou Presto
(respectivamente 899810000, e) do grupo de segurança da instância Studio Classic. 8889 O
Apache Livy é um serviço que permite a interação com um cluster do Amazon EMR por meio de uma 
interface REST.

O Amazon SageMaker Studio Classic e o Amazon EMR se comunicam pela Internet pública

Por padrão, o SageMaker Studio Classic fornece uma interface de rede que permite a comunicação 
com a Internet por meio de um gateway de Internet na VPC associada ao SageMaker domínio. Se 
você optar por se conectar ao Amazon EMR pela Internet pública, seu cluster do Amazon EMR 
precisará aceitar o tráfego de entrada nas portas TCP Apache Livy, Hive ou Presto (respectivamente,
8998, 10000 e 8889) do gateway da internet. O Apache Livy é um serviço que permite a interação 
com um cluster do Amazon EMR por meio de uma interface REST.

Lembre-se de que qualquer porta na qual você permita o tráfego de entrada representa uma possível 
vulnerabilidade de segurança. Revise atentamente os grupos de segurança personalizados para 
minimizar vulnerabilidades. Para obter mais informações, consulte Controlar o tráfego de rede com 
grupos de segurança.

Como alternativa, consulte Explicações passo a passo e documentos técnicos para obter uma 
explicação passo a passo de como habilitar o Kerberos no Amazon EMR, configurar o cluster em 
uma sub-rede privada e acessar o cluster usando um Network Load Balancer (NLB) para expor 
somente portas específicas, que são controladas pelo acesso por meio de grupos de segurança.

Note

Ao se conectar ao seu endpoint Apache Livy pela Internet pública, recomendamos que 
você proteja as comunicações entre o Amazon SageMaker Studio Classic e seu cluster do 
Amazon EMR usando TLS.
Para obter informações sobre como configurar o HTTPS com o Apache Livy, consulte Como 
habilitar o HTTPS com o Apache Livy. Para obter informações sobre como configurar um 
cluster do Amazon EMR com a criptografia de trânsito ativada, consulte Fornecimento 
de certificados para criptografar dados em trânsito com a criptografia do Amazon EMR. 
Além disso, você precisa configurar o Studio Classic para acessar sua chave de certificado 
conforme especificado emConecte-se a um cluster do Amazon EMR por HTTPS.
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Crie um cluster do Amazon EMR a partir de notebooks Studio Classic

Os administradores podem usar o AWS Service Catalog para definir modelos AWS CloudFormation
de clusters do Amazon EMR como produtos de um portfólio e, em seguida, disponibilizá-los para 
usuários selecionados. Usando o Service Catalog, os administradores podem controlar totalmente 
a configuração organizacional, de segurança e de rede dos clusters do Amazon EMR. Os cientistas 
de dados e engenheiros de dados podem então visualizar, selecionar e personalizar esses modelos 
para suas cargas de trabalho específicas para criar clusters sob demanda do Amazon EMR 
diretamente de seus SageMaker notebooks Studio Classic. Isso pode ser feito sem configurar 
manualmente as configurações complexas. Os usuários também podem encerrar clusters do 
Amazon EMR dos notebooks Studio Classic após o uso.

• Se você for um administrador que deseja configurar AWS CloudFormation modelos como AWS 
Service Catalog produtos para que os usuários possam criar clusters do Amazon EMR a partir do 
Studio Classic, consulte. Configurar modelos do Amazon EMR em AWS Service Catalog (para 
administradores)

• Se você é um cientista ou engenheiro de dados que deseja provisionar um cluster do Amazon 
EMR automaticamente para processar dados em grande escala usando estruturas de código 
aberto, como Apache Spark, Apache Hive ou Presto, consulte Inicie um cluster do Amazon EMR a 
partir do Studio Classic.

• Se você deseja descobrir e se conectar aos clusters existentes do Amazon EMR a partir do Studio 
Classic, consulte. Use clusters do Amazon EMR a partir de notebooks Studio Classic

Tópicos

• Configurar modelos do Amazon EMR em AWS Service Catalog (para administradores)

• Inicie um cluster do Amazon EMR a partir do Studio Classic

Configurar modelos do Amazon EMR em AWS Service Catalog (para administradores)

Esta seção fornece detalhes sobre como os administradores podem configurar um AWS Service 
Catalogproduto para que os usuários possam autoprovisionar clusters do Amazon EMR de 
forma independente a partir de notebooks Amazon SageMaker Studio Classic. Além disso, os 
administradores podem configurar os modelos de cluster do Amazon EMR de forma que os usuários 
finais possam personalizar vários aspectos do cluster de acordo com requisitos específicos. Por 
exemplo, o administrador pode definir uma lista de tipos de instância permitidos que os usuários 
podem escolher ao criar um cluster.
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Este tópico pressupõe que você esteja familiarizado com a criação de portfólios e produtos no AWS 
Service Catalog, bem como com o Amazon EMR e AWS CloudFormation.

Note

Você pode consultar os AWS CloudFormation modelos em sagemaker-studio-emr GitHub 
aws-samples/repository como exemplos de CloudFormation pilhas para implantar funções do 
IAM, Amazon VPCs, um domínio sandbox Studio Classic, um perfil de usuário e um modelo 
para iniciar um cluster do Amazon EMR. CloudFormation Várias opções estão disponíveis, 
dependendo do seu método de autenticação entre o Studio Classic e o cluster do Amazon 
EMR. Nesses exemplos, um CloudFormation modelo principal passa os parâmetros de ID de 
SageMaker VPC, grupo de segurança e ID de sub-rede para o CloudFormation modelo de 
um cluster do Amazon EMR.
Você pode acessar vários exemplos de modelos do CloudFormation Amazon EMR no 
repositório aninhado sagemaker-studio-emr/cloudformation/emr_servicecatalog_templates e 
ainda escolher entre a implantação de uma única conta para várias contas.
Para obter mais informações sobre os métodos de autenticação disponíveis ao se conectar 
a um cluster do Amazon EMR, consulte. Use clusters do Amazon EMR a partir de notebooks 
Studio Classic

Para simplificar a criação de clusters do Amazon EMR, os administradores podem registrar o
CloudFormation modelo de um cluster do Amazon EMR como um produto no portfólio do. AWS 
Service Catalog Em seguida, eles associam o portfólio do Service Catalog à função de execução do 
Studio Classic para garantir a disponibilidade do modelo no Studio Classic. Além disso, para garantir 
que os cientistas de dados possam descobrir esses modelos, provisionar clusters do Amazon 
EMR e se conectar aos clusters do Amazon EMR a partir de seus notebooks Studio Classic, os 
administradores precisam definir as permissões de acesso adequadas.

A lista a seguir fornece as configurações adicionais que os administradores precisam aplicar a uma 
CloudFormation pilha básica para permitir que o Studio Classic acesse os produtos do Service 
Catalog e provisione clusters do Amazon EMR. Essas configurações devem ser aplicadas em vários 
níveis:

• No portfólio do Service Catalog

• No produto Service Catalog

• No modelo do CloudFormation Amazon EMR declarado como o produto Service Catalog
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Por fim, os administradores devem atribuir as permissões necessárias à função de execução do 
Studio Classic que acessa os clusters e a conta na qual o Amazon EMR está implantado, com base 
no fato de o Studio Classic e o Amazon EMR estarem na mesma conta ou em contas diferentes. 
AWS

• Pré-requisitos: requisitos de rede e autenticação

Como pré-requisito, verifique se você analisou os requisitos de rede e segurança e criou uma 
CloudFormation pilha de linha de base que suporte o método de autenticação de sua escolha.
Configurar a rede (para administradores) Você pode encontrar exemplos de CloudFormation 
modelos em sagemaker-studio-emraws-samples/.

• No portfólio do Service Catalog:

Adicione a seção a seguir ao seu CloudFormation modelo de portfólio (veja o exemplo no formato 
YAML) para associar seu portfólio à função de execução do Studio Classic que acessa seu cluster.

SageMakerStudioEMRProductPortfolioPrincipalAssociation: 
    Type: AWS::ServiceCatalog::PortfolioPrincipalAssociation 
    Properties: 
      PrincipalARN: SageMakerExecutionRole.Arn
      PortfolioId: SageMakerStudioEMRProductPortfolio ID
      PrincipalType: IAM

• No Service Catalog:

Adicione a chave de tag "sagemaker:studio-visibility:emr" a seguir e defina o valor
"true" (aqui em YAML) do produto Service Catalog que faz referência ao recurso de modelo do 
Amazon EMR. Isso garante a visibilidade do modelo no Studio Classic.

SMStudioEMRNoAuthProduct: 
    Type: AWS::ServiceCatalog::CloudFormationProduct 
    Properties: 
      Owner: AWS 
      Name: SageMaker Studio Domain No Auth EMR 
      ProvisioningArtifactParameters: 
        - Name: SageMaker Studio Domain No Auth EMR 
          Description: Provisions a SageMaker domain and No Auth EMR Cluster 
          Info: 
            LoadTemplateFromURL: Link to your CloudFormation template. For example, 
 https://aws-ml-blog.s3.amazonaws.com/artifacts/astra-m4-sagemaker/end-to-end/CFN-
EMR-NoStudioNoAuthTemplate-v3.yaml
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      Tags: 
        - Key: "sagemaker:studio-visibility:emr" 
          Value: "true"

• No CloudFormation modelo do cluster do Amazon EMR em seu produto Service Catalog:

Adicione os seguintes parâmetros da pilha obrigatórios como espaço reservado. Essa seção 
é preenchida com o nome e o identificador do projeto Studio Classic usados pelo usuário ao 
provisionar um cluster do Studio Classic.

SageMakerProjectName:
Type: String
Description: Name of the project

SageMakerProjectId:
Type: String
Description: Service generated Id of the project.

Os administradores podem especificar Default e AllowedValues para incluir as opções na 
seção de parâmetros de um modelo, permitindo que os usuários insiram ou selecionem valores 
personalizados ao criar um cluster. O exemplo a seguir ilustra parâmetros de entrada adicionais 
que os administradores podem definir ao criar um modelo do Amazon EMR.

"Parameters": { 
    "EmrClusterName": { 
      "Type": "String", 
      "Description": "EMR cluster Name." 
    }, 
    "MasterInstanceType": { 
      "Type": "String", 
      "Description": "Instance type of the EMR master node.", 
      "Default": "m5.xlarge", 
      "AllowedValues": [ 
        "m5.xlarge", 
        "m5.2xlarge", 
        "m5.4xlarge" 
      ] 
    }, 
    "CoreInstanceType": { 
      "Type": "String", 
      "Description": "Instance type of the EMR core nodes.", 
      "Default": "m5.xlarge", 
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      "AllowedValues": [ 
        "m5.xlarge", 
        "m5.2xlarge", 
        "m5.4xlarge", 
        "m3.medium", 
        "m3.large", 
        "m3.xlarge", 
        "m3.2xlarge" 
      ] 
    }, 
    "CoreInstanceCount": { 
      "Type": "String", 
      "Description": "Number of core instances in the EMR cluster.", 
      "Default": "2", 
      "AllowedValues": [ 
        "2", 
        "5", 
        "10" 
      ] 
    }, 
    "EmrReleaseVersion": { 
      "Type": "String", 
      "Description": "The release version of EMR to launch.", 
      "Default": "emr-5.33.1", 
      "AllowedValues": [ 
        "emr-5.33.1", 
        "emr-6.4.0" 
      ] 
    } 
  }

• Por fim, anexe as políticas do IAM necessárias para permitir a visibilidade dos modelos do 
CloudFormation Amazon EMR e o autoprovisionamento dos clusters do Amazon EMR a partir 
dos notebooks Studio Classic. A função à qual você deve adicionar essas políticas depende se o 
Studio Classic e o Amazon EMR estão implantados na mesma conta (conta única) ou em contas 
diferentes (contas cruzadas).

• Se o seu cluster do Amazon EMR estiver implantado na mesma AWS conta da conta Studio 
Classic, consulte a guia Conta única.

• Se o seu cluster do Amazon EMR estiver implantado em uma AWS conta diferente da conta 
Studio Classic, consulte a guia Cross Accounts.
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Para obter mais informações sobre o acesso entre contas usando funções, consulte Acesso a 
recursos entre contas no IAM ou Lógica de avaliação de políticas entre contas.

Single account

Anexe as seguintes permissões à função de execução do Studio Classic acessando seu 
cluster.

A lista a seguir fornece um detalhamento das permissões necessárias.

• O AllowEMRTemplateDiscovery permite a capacidade de descoberta de modelos do 
Amazon EMR.

• AllowSagemakerProjectManagementpermite a criação de SageMaker projetos. No 
Studio Classic, o acesso ao AWS Service Catalog é concedido por meio de Projetos.

• AllowClusterDetailsDiscovery e AllowClusterDiscovery permitem a descoberta 
e a conexão com clusters do Amazon EMR.

• O AllowPresignedUrl permite a criação de URLs pré-assinados para acessar a IU do 
Spark.

Veja a seguir um JSON abrangente que inclui essas permissões.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:studio-region:studio-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDetailsDiscovery", 
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            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstances", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:DescribeSecurityConfiguration" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:studio-region:studio-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:ListClusters" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AllowEMRTemplateDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
              "servicecatalog:SearchProducts" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AllowSagemakerProjectManagement", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateProject", 
                "sagemaker:DeleteProject" 
            ], 
            "Resource": "arn:aws:sagemaker:studio-region:studio-account:project/*" 
        }, 
    ]
}

Cross accounts

Se seus clusters do Amazon EMR e o Studio Classic forem implantados em AWS contas 
separadas, você configura as permissões em várias etapas.
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• Na conta confiável (a conta na qual o Amazon EMR está implantado), crie um perfil 
personalizado do IAM (mencionado como ASSUMABLE-ROLE nesta página) com as 
seguintes permissões e relação de confiança.

Para obter mais informações sobre como criar uma função de uma conta AWS, consulte
Criação de um perfil do IAM (console).

1. Adicione uma política do (IAM) com as seguintes permissões:

• AllowClusterDetailsDiscovery e AllowClusterDiscovery para permitir a 
descoberta e a conexão com clusters do Amazon EMR.

• O AllowPresignedUrl para permitir a criação de URLs pré-assinados para acessar a 
IU do Spark.

Veja a seguir um JSON abrangente que inclui essas permissões.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:emr-region:emr-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDetailsDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
               "elasticmapreduce:DescribeCluster", 
               "elasticmapreduce:ListInstances", 
               "elasticmapreduce:ListInstanceGroups", 
               "elasticmapreduce:DescribeSecurityConfiguration" 
            ], 
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            "Resource": [ 
                "arn:aws:elasticmapreduce:emr-region:emr-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:ListClusters" 
            ], 
            "Resource": "*" 
        } 
    ]
}

2. Para conceder à conta confiável (a conta na qual o Studio Classic está implantado) a 
permissão para assumir uma função na conta confiável, inclua a seguinte relação de 
confiança.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::studio-account:root" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}

• Na conta confiável (a conta na qual o Studio Classic está implantado), adicione as seguintes 
permissões e relação de confiança à função de execução do Studio Classic.

1. Adicione uma política do (IAM) com as seguintes permissões:

• AllowSagemakerProjectManagementpara permitir a criação de SageMaker 
projetos. No Studio Classic, o acesso ao AWS Service Catalog é concedido por meio de 
Projetos.

• O AllowEMRTemplateDiscovery para permitir a capacidade de descoberta dos 
modelos do Amazon EMR.
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Veja a seguir um JSON abrangente que inclui essas permissões.

{ 
  "Version": "2012-10-17", 
  "Statement": [         
  { 
            "Sid": "AllowSagemakerProjectManagement", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateProject", 
                "sagemaker:DeleteProject" 
            ], 
            "Resource": "arn:aws:sagemaker:::project/*" 
   }, 
   { 
            "Sid": "AllowEMRTemplateDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
              "servicecatalog:SearchProducts" 
            ], 
            "Resource": "*" 
   } 
    ]
}

2. Para conceder à função de execução do Studio Classic a permissão de assumir o
ASSUMABLE-ROLE na conta confiável, inclua a seguinte relação de confiança.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
  {  
            "Sid": "AllowRoleAssumptionForCrossAccountDiscovery",  
            "Effect": "Allow",  
            "Action": "sts:AssumeRole",  
            "Resource":  ["arn:aws:iam::emr-account:role/ASSUMABLE-ROLE" ] 
  }] 
  }

• Por fim, veja Configuração adicional para casos de uso de contas cruzadas (para 
administradores) para saber como fornecer o ARN da função de execução do Studio Classic.
ASSUMABLE-ROLE O ARN é carregado pelo servidor Studio Classic Jupyter no lançamento.
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A função de execução do Studio Classic assume essa função entre contas para descobrir e 
se conectar aos clusters do Amazon EMR na conta confiável.

Quando os CloudFormation modelos estiverem disponíveis no Amazon SageMaker Studio Classic, 
os cientistas de dados poderão usá-los para autoprovisionar clusters do Amazon EMR. Cada um dos
"Parameters" especificados no modelo se torna uma caixa de entrada no formulário de criação 
de cluster do Studio Classic, com o correspondente "AllowedValues" aparecendo em um menu 
suspenso.

A ilustração a seguir mostra o formulário dinâmico montado a partir de um modelo do 
CloudFormation Amazon EMR para criar um cluster do Amazon EMR no Studio Classic. SageMaker

Visite Inicie um cluster do Amazon EMR a partir do Studio Classic para saber como lançar um cluster 
do Studio Classic usando esses modelos do Amazon EMR.

Inicie um cluster do Amazon EMR a partir do Studio Classic

Cientistas e engenheiros de dados podem autoprovisionar clusters do Amazon EMR a partir do 
Studio Classic AWS CloudFormation usando modelos configurados por seus administradores. 
Se você for um administrador que deseja configurar CloudFormation modelos como AWS 
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Service Catalog produtos para que os usuários possam criar clusters do Amazon EMR a partir do 
Studio Classic, consulte. Configurar modelos do Amazon EMR em AWS Service Catalog (para 
administradores)

Para provisionar um novo cluster do Amazon EMR a partir do Studio Classic:

1. Selecione o ícone Início

( ) 
no painel esquerdo da interface do usuário do Studio Classic e, em seguida, selecione o nó
Dados no menu de navegação. Navegue até o nó Clusters. Isso abre uma página listando os 
clusters do Amazon EMR que você pode acessar a partir do SageMaker Studio Classic.

2. Selecione Criar cluster. Isso abre uma página, na área de trabalho principal, listando os modelos 
de cluster disponíveis para você.

3. Selecione um modelo de configuração de cluster escolhendo um nome de modelo. A seleção 
de um modelo ativa o botão Selecionar modelo. Escolha Selecionar modelo. Isso abre um 
formulário de criação de cluster.

4. Insira os detalhes do cluster, como o nome do cluster e qualquer parâmetro configurável 
específico definido pelo administrador; depois escolha Criar cluster. A criação do cluster pode 
levar alguns minutos.
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Depois que o cluster é provisionado, a interface do usuário do Studio Classic exibe uma mensagem 
O cluster foi criado com sucesso.

Para se conectar e usar o cluster, consulte Use clusters do Amazon EMR a partir de notebooks 
Studio Classic

Use clusters do Amazon EMR a partir de notebooks Studio Classic

Nesta seção, você aprende sobre como descobrir, conectar-se ou encerrar um cluster do Amazon 
EMR a SageMaker partir de notebooks Studio Classic.

• Se você for administrador, consulte Configurar a capacidade de descoberta dos clusters do 
Amazon EMR (para administradores) para configurar a capacidade de descoberta dos clusters do 
Amazon EMR a SageMaker partir dos notebooks Studio Classic.

• Se você é um cientista de dados ou engenheiro de dados que deseja descobrir clusters do 
Amazon EMR a partir de seus notebooks Studio Classic, consulte. Descubra os clusters do 
Amazon EMR a partir do Studio Classic SageMaker

• Se você é um cientista de dados ou engenheiro de dados que deseja se conectar aos clusters 
existentes do Amazon EMR a partir de seus notebooks Studio Classic, consulte. Conecte-se a um 
cluster do Amazon EMR a partir do Studio Classic SageMaker

Ao se conectar ao seu cluster Amazon EMR a partir do SageMaker Studio Classic, você pode se 
autenticar no seu cluster com Kerberos, Lightweight Directory Access Protocol (LDAP) ou usar 
a autenticação de função IAM em tempo de execução. O método de autenticação depende da 
configuração do cluster. É possível consultar este exemplo de acesso ao Apache Livy usando 
um Network Load Balancer em um cluster Amazon EMR habilitado para Kerberos para configurar 
um cluster Amazon EMR que usa o Kerberos. Como alternativa, você pode ver os modelos de 
CloudFormation exemplo usando Kerberos ou LDAP no repositório aws-samples/. sagemaker-studio-
emr GitHub

Encontre a lista de comandos de conexão disponíveis para um cluster do Amazon EMR por método 
de autenticação no Insira o comando de conexão para um cluster do Amazon EMR manualmente
para se conectar ao cluster do Amazon EMR.

Imagens e kernels compatíveis para se conectar a um cluster do Amazon EMR a partir do Studio 
Classic SageMaker

SageMaker O Studio Classic fornece suporte integrado para conexão com clusters do Amazon EMR 
nas seguintes imagens e kernels:
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• DataScience — Kernel Python 3

• DataScience 2.0 — Kernel do Python 3

• DataScience 3.0 — Kernel do Python 3

• SparkAnalytics 1.0 — SparkMagic e PySpark grãos

• SparkAnalytics 2.0 — SparkMagic e PySpark grãos

• SparkMagic — SparkMagic e PySpark grãos

• PyTorch 1.8 — Núcleos do Python 3

• TensorFlow 2.6 — Kernel do Python 3

• TensorFlow 2.11 — Kernel do Python 3

Essas imagens e kernels vêm com sagemaker-studio-analytics-extensionuma extensão de notebook 
que permite a conexão a um cluster remoto do Spark (Amazon EMR) por meio da biblioteca usando 
o SparkMagicApache Livy.

Para se conectar aos clusters do Amazon EMR usando outra imagem integrada ou sua própria 
imagem, siga as instruções em Traga sua própria imagem.

Traga sua própria imagem

Para trazer sua própria imagem no SageMaker Studio Classic e permitir que seus notebooks se 
conectem aos clusters do Amazon EMR, instale a sagemaker-studio-analytics-extensionseguinte 
extensão em seu kernel. Ele suporta a conexão de notebooks SageMaker Studio Classic a clusters 
Spark (Amazon EMR) por meio da biblioteca. SparkMagic

pip install sparkmagic
pip install sagemaker-studio-sparkmagic-lib
pip install sagemaker-studio-analytics-extension

Além disso, para se conectar ao Amazon EMR com a autenticação Kerberos, você deve instalar 
o cliente kinit. Dependendo do seu sistema operacional, o comando para instalar o cliente kinit 
pode variar. Para trazer uma imagem do Ubuntu (baseada no Debian), use o comando apt-get 
install -y -qq krb5-user.

Para obter mais informações sobre como trazer sua própria imagem no SageMaker Studio Classic, 
consulte Traga sua própria SageMaker imagem.
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Configurar a capacidade de descoberta dos clusters do Amazon EMR (para administradores)

Esta seção fornece detalhes sobre como os administradores podem configurar a capacidade de 
descoberta dos clusters existentes do Amazon EMR a partir do Studio Classic. SageMaker Os 
clusters podem ser implantados na mesma AWS conta do Studio Classic (guia Conta única) ou em 
contas separadas (guia Contas cruzadas).

Single Account

Anexe as seguintes permissões à função de execução do SageMaker Studio Classic acessando 
seu cluster.

A lista a seguir fornece um detalhamento das permissões necessárias.

• AllowSagemakerProjectManagementpermite a criação de SageMakerprojetos. No Studio 
Classic, o acesso ao AWS Service Catalog é concedido por meio de Projetos.

• AllowClusterDetailsDiscovery e AllowClusterDiscovery permitem a descoberta e 
a conexão com clusters do Amazon EMR.

• O AllowPresignedUrl permite a criação de URLs pré-assinados para acessar a IU do 
Spark.

Veja a seguir um JSON abrangente que inclui essas permissões.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:region:account-id:cluster/*" 
            ] 
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        }, 
        { 
            "Sid": "AllowClusterDetailsDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
               "elasticmapreduce:DescribeCluster", 
               "elasticmapreduce:ListInstances", 
               "elasticmapreduce:ListInstanceGroups", 
               "elasticmapreduce:DescribeSecurityConfiguration" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:region:account-id:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:ListClusters" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AllowSagemakerProjectManagement", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateProject", 
                "sagemaker:DeleteProject" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account-id:project/*" 
        } 
    ]
}

Cross Accounts

Se seus clusters do Amazon EMR e o SageMaker Studio Classic forem implantados em AWS 
contas separadas, você configura as permissões em várias etapas.

• Na conta confiável (a conta na qual o Amazon EMR está implantado), crie um perfil 
personalizado do IAM (mencionado como ASSUMABLE-ROLE nesta página) com as seguintes 
permissões e relação de confiança.
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Para obter mais informações sobre como criar um perfil do IAM em uma conta AWS, consulte
Criar uma função do IAM (console).

1. Adicione uma política que defina as seguintes permissões:

• AllowClusterDetailsDiscovery e AllowClusterDiscovery para permitir a 
descoberta e a conexão com clusters do Amazon EMR.

• O AllowPresignedUrl para permitir a criação de URLs pré-assinados para acessar a 
IU do Spark.

Veja a seguir um JSON abrangente que inclui essas permissões.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:emr-region:emr-account:cluster/*" 
            ] 
        }, 
        { 
            "Sid": "AllowClusterDetailsDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
               "elasticmapreduce:DescribeCluster", 
               "elasticmapreduce:ListInstances", 
               "elasticmapreduce:ListInstanceGroups", 
               "elasticmapreduce:DescribeSecurityConfiguration" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:emr-region:emr-account:cluster/*" 
            ] 
        }, 
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        { 
            "Sid": "AllowClusterDiscovery", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:ListClusters" 
            ], 
            "Resource": "*" 
        } 
    ]
}

2. Para conceder à conta confiável (a conta na qual a conta do SageMaker Studio Classic está 
implantada) a permissão para assumir uma função na conta confiável, adicione a seguinte 
relação de confiança.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::studio-account:root" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
}

• Na conta confiável (a conta na qual o SageMaker Studio Classic está implantado), adicione a 
seguinte relação de confiança à função de execução do Studio Classic.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
  {  
            "Sid": "AllowRoleAssumptionForCrossAccountDiscovery",  
            "Effect": "Allow",  
            "Action": "sts:AssumeRole",  
            "Resource":  ["arn:aws:iam::emr-account:role/ASSUMABLE-ROLE" ] 
  }]
}              
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• Por fim, veja Configuração adicional para casos de uso de contas cruzadas (para 
administradores) para saber como fornecer o ARN da função de execução do Studio Classic.
ASSUMABLE-ROLE O ARN é carregado pelo servidor Studio Classic Jupyter no lançamento. A 
função de execução do Studio Classic assume essa função entre contas para descobrir e se 
conectar aos clusters do Amazon EMR na conta confiável.

Visite Descubra os clusters do Amazon EMR a partir do Studio Classic SageMaker para saber como 
descobrir e se conectar aos clusters do Amazon EMR a partir dos notebooks Studio Classic.

Descubra os clusters do Amazon EMR a partir do Studio Classic SageMaker

Cientistas e engenheiros de dados podem descobrir, se conectar e gerenciar clusters do Amazon 
EMR a partir do Amazon SageMaker Studio Classic. Os clusters do Amazon EMR podem estar na 
mesma AWS conta do Amazon SageMaker Studio Classic ou em uma conta diferenteAWS.

Se seu administrador configurou a descoberta de contas cruzadas de clusters do Amazon EMR, você 
pode ver uma lista consolidada de clusters na AWS conta usada pelo SageMaker Studio Classic, 
bem como nas contas remotas.

Se você for um administrador que deseja configurar a capacidade de descoberta dos clusters 
do Amazon EMR a SageMaker partir do Studio Classic, consulte. Configurar a capacidade de 
descoberta dos clusters do Amazon EMR (para administradores)

Para ver a lista de clusters do Amazon EMR disponíveis no SageMaker Studio Classic:

1. Selecione o ícone Início

( ) 
no painel esquerdo da interface do usuário do Studio Classic e, em seguida, selecione o nó
Dados no menu de navegação.

2. Navegue até o nó Clusters. Isso abre uma página listando os clusters do Amazon EMR que você 
pode acessar a partir do SageMaker Studio Classic.

A lista exibe o status de cada cluster. O status de um cluster pode ser Iniciando, Bootstrapping,
Em execução/espera, Encerrando, Encerrado e Encerrado com erro. Você pode filtrar clusters 
por status selecionando o ícone de filtro. A imagem a seguir mostra um exemplo de uma lista de 
clusters.
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3. Para se conectar a um determinado cluster Em execução/espera, consulte Conecte-se a um 
cluster do Amazon EMR a partir do Studio Classic SageMaker.

Conecte-se a um cluster do Amazon EMR a partir do Studio Classic SageMaker

Esta seção explica como você pode se conectar a um cluster do Amazon EMR a partir de um 
notebook Studio Classic ao usar qualquer um dos kernels compatíveis.

Conecte-se a um cluster do Amazon EMR automaticamente

Para se conectar ao seu cluster usando a interface do usuário do Studio Classic, você pode iniciar 
uma conexão a partir da lista de clusters acessados ou de um notebook no SageMaker Studio 
Classic. Descubra os clusters do Amazon EMR a partir do Studio Classic SageMaker

Para se conectar a um determinado cluster a partir da sua lista de clusters

1. Escolha o nome do cluster na sua lista. Isso ativa o botão Anexar ao novo caderno.

2. Escolha Anexar ao novo caderno. Isso abre a caixa de seleção de Imagens e kernels.

3. Selecione sua imagem e kernel e, em seguida, escolha Selecionar. Para obter uma lista de 
imagens compatíveis, consulte Imagens e kernels compatíveis para se conectar a um cluster do 
Amazon EMR a partir do Studio Classic SageMaker  ou Traga sua própria imagem.

4. Se o cluster selecionado não usar Kerberos, LDAP ou autenticação de função de tempo de 
execução, o Studio Classic solicitará que você selecione o tipo de credencial. Escolha entre
Autenticação básica HTTP ou Sem credenciais e, em seguida, insira suas credenciais, se 
aplicável. Um comando de conexão preenche a primeira célula do caderno e inicia a conexão 
com o cluster do Amazon EMR.
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Quando a conexão for bem-sucedida, uma mensagem confirmará a conexão e o início do 
aplicativo do Spark.

Como alternativa, você pode se conectar a um cluster de um caderno.

1. Escolha Cluster na parte superior do caderno.

O cluster só é visível quando você usa um kernel de Imagens e kernels compatíveis para se 
conectar a um cluster do Amazon EMR a partir do Studio Classic SageMaker  ou Traga sua 
própria imagem. Se você não conseguir ver o Cluster na parte superior do caderno, verifique 
se o administrador configurou a capacidade de descoberta dos clusters e mude para um kernel 
compatível.

Isso abre uma lista de clusters disponíveis.

2. Selecione o cluster para o qual deseja se conectar e escolha Conectar.

3. Se você configurou os clusters do Amazon EMR para ficar compatível com as funções do 
IAM do tempo de execução e seu administrador pré-carregou seus perfis em um JSON de 
configuração de papel de execução, você pode selecionar seu perfil de acesso ao Amazon EMR 
no menu suspenso no perfil de execução do Amazon EMR. Se suas funções não estiverem 
pré-carregadas, o Studio Classic usa sua função de execução do Studio Classic por padrão. 
Para obter informações sobre o uso das funções de tempo de execução com o Amazon EMR, 
consulte Conecte-se a um cluster do Amazon EMR a partir do Studio Classic usando funções do 
IAM em tempo de execução. Quando você se conecta a um cluster, o Studio Classic adiciona 
um bloco de código a uma célula ativa para estabelecer a conexão.

Caso contrário, se o cluster escolhido não usar Kerberos, LDAP ou autenticação de função de 
tempo de execução, o Studio Classic solicitará que você selecione o tipo de credencial. Você 
pode escolher a autenticação básica HTTP ou Sem credencial.

4. Uma célula ativa é preenchida e executada. Essa célula contém o comando de conexão para se 
conectar ao seu cluster do Amazon EMR.

Quando a conexão for bem-sucedida, uma mensagem confirmará a conexão e o início do 
aplicativo do Spark.
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Insira o comando de conexão para um cluster do Amazon EMR manualmente

Você pode se conectar manualmente ao seu cluster do Amazon EMR a partir de um notebook 
Studio Classic, independentemente de seu aplicativo e cluster do Studio Classic residirem ou não na 
mesma AWS conta.

Para cada um dos seguintes tipos de autenticação, use o comando especificado para se conectar 
manualmente ao seu cluster a partir do seu notebook Studio Classic.

• Kerberos

Anexe o argumento --assumable-role-arn se você precisar de acesso entre contas ao 
Amazon EMR. Anexe o argumento --verify-certificate se você se conectar ao seu cluster 
com HTTPS.

%load_ext sagemaker_studio_analytics_extension.magics
%sm_analytics emr connect --cluster-id cluster_id \
--auth-type Kerberos --language python  
[--assumable-role-arn EMR_access_role_ARN ]  
[--verify-certificate /home/user/certificateKey.pem]

• LDAP

Anexe o argumento --assumable-role-arn se você precisar de acesso entre contas ao 
Amazon EMR. Anexe o argumento --verify-certificate se você se conectar ao seu cluster 
com HTTPS.

%load_ext sagemaker_studio_analytics_extension.magics
%sm_analytics emr connect --cluster-id cluster_id \
--auth-type Basic_Access --language python  
[--assumable-role-arn EMR_access_role_ARN ]
[--verify-certificate /home/user/certificateKey.pem]

• NoAuth

Anexe o argumento --assumable-role-arn se você precisar de acesso entre contas ao 
Amazon EMR. Anexe o argumento --verify-certificate se você se conectar ao seu cluster 
com HTTPS.

%load_ext sagemaker_studio_analytics_extension.magics
%sm_analytics emr connect --cluster-id cluster_id \
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--auth-type None --language python
[--assumable-role-arn EMR_access_role_ARN ]
[--verify-certificate /home/user/certificateKey.pem]

• Funções do IAM de tempo de execução

Anexe o argumento --assumable-role-arn se você precisar de acesso entre contas ao 
Amazon EMR. Anexe o argumento --verify-certificate se você se conectar ao seu cluster 
com HTTPS.

Para obter mais informações sobre a conexão com um cluster do Amazon EMR usando os perfis 
do IAM no tempo de execução, consulte Conecte-se a um cluster do Amazon EMR a partir do 
Studio Classic usando funções do IAM em tempo de execução.

%load_ext sagemaker_studio_analytics_extension.magics
%sm_analytics emr connect --cluster-id cluster_id \
--auth-type Basic_Access \
--emr-execution-role-arn arn:aws:iam::studio_account_id:role/emr-execution-role-name
[--assumable-role-arn EMR_access_role_ARN]
[--verify-certificate /home/user/certificateKey.pem]

Conecte-se a um cluster do Amazon EMR por HTTPS

Se você configurou seu cluster do Amazon EMR com criptografia de trânsito habilitada e servidor 
Apache Livy para HTTPS e gostaria que o Studio Classic se comunicasse com o Amazon EMR 
usando HTTPS, você precisa configurar o Studio Classic para acessar sua chave de certificado.

Para certificados autoassinados ou assinados pela Autoridade de Certificação (Certificate Authority, 
CA) local, você pode fazer isso em duas etapas:

1. Faça download do arquivo PEM do seu certificado para seu sistema de arquivos local usando uma 
das seguintes opções:

• Função de upload de arquivos integrada do Jupyter.

• Uma célula de cadernos.

• Um script de configuração do ciclo de vida (Lifecycle configuration, LCC)

Para obter informações sobre como usar um script de LCC, consulte Personalizar uma instância 
de cadernos usando um script de configuração de ciclo de vida
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2. Ative a validação do certificado fornecendo o caminho para seu certificado no argumento --
verify-certificate do seu comando de conexão.

%sm_analytics emr connect --cluster-id cluster_id \ 
    --verify-certificate /home/user/certificateKey.pem ... 

Para certificados públicos emitidos pela CA, defina a validação do certificado definindo o parâmetro
--verify-certificate como true.

Como alternativa, você pode desativar a validação do certificado definindo o parâmetro --verify-
certificate como false.

Você pode encontrar a lista de comandos de conexão disponíveis para um cluster do Amazon EMR 
em Insira o comando de conexão para um cluster do Amazon EMR manualmente.

Conecte-se a um cluster do Amazon EMR a partir do Studio Classic usando funções do IAM em 
tempo de execução

Ao se conectar a um cluster do Amazon EMR a partir do seu notebook Amazon SageMaker Studio 
Classic, você pode navegar visualmente por uma lista de funções do IAM, conhecidas como funções 
de tempo de execução, e selecionar uma rapidamente. Posteriormente, todas as suas tarefas do 
Apache Spark, Apache Hive ou Presto criadas a partir do seu notebook Studio Classic acessam 
somente os dados e recursos permitidos pelas políticas associadas à função de tempo de execução. 
Além disso, quando os dados são acessados a partir de data lakes gerenciados com AWS Lake 
Formation, você pode impor o acesso em nível de tabela e coluna usando políticas anexadas à 
função de tempo de execução.

Com esse recurso, você e seus colegas de equipe podem se conectar ao mesmo cluster, cada 
um usando uma função de tempo de execução com permissões correspondentes ao seu nível 
individual de acesso aos dados. Suas sessões também são isoladas umas das outras no cluster 
compartilhado. Com essa capacidade de controlar o acesso refinado aos dados no mesmo cluster 
compartilhado, você pode simplificar o provisionamento de clusters do Amazon EMR, reduzindo a 
sobrecarga operacional e economizando custos.

Para experimentar esse novo recurso, consulte Aplicar controles refinados de acesso a dados com o 
AWS Lake Formation Amazon EMR e o Amazon Studio Classic. SageMaker Esta postagem do blog 
ajuda você a configurar um ambiente de demonstração no qual você pode tentar usar funções de 
tempo de execução pré-configuradas para se conectar aos clusters do Amazon EMR.
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Pré-requisitos

Antes começar, certifique-se de que os seguintes pré-requisitos sejam atendidos:

• Use o Amazon EMR versão 6.9 ou superior.

• Use a JupyterLab versão 3 na configuração do aplicativo do servidor Studio Classic Jupyter. 
Esta versão oferece suporte à conexão do Studio Classic com clusters do Amazon EMR usando 
funções de tempo de execução.

• Permita o uso de funções de tempo de execução na configuração de segurança do seu cluster. 
Para obter mais informações, consulte Funções de tempo de execução para as etapas do Amazon 
EMR.

• Crie um bloco de anotações com qualquer um dos kernels listados em Use clusters do Amazon 
EMR a partir de notebooks Studio Classic.

• Certifique-se de revisar as instruções Configurar o Studio Classic para usar funções do IAM em 
tempo de execução para configurar as funções de tempo de execução com o Studio Classic.

Cenários de conexão entre contas

A autenticação por função de tempo de execução oferece suporte a uma variedade de cenários de 
conexão entre contas quando seus dados residem fora da sua conta do Studio Classic. A imagem 
a seguir mostra três maneiras diferentes de atribuir seu cluster, dados e até mesmo a função de 
execução do Amazon EMR entre seu Studio Classic e contas de dados:
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Na opção 1, seu cluster do Amazon EMR e a função de execução do Amazon EMR estão em uma 
conta de dados separada da sua conta do Studio Classic. Você define uma política de permissão de 
função de acesso ao Amazon EMR separada que concede permissão à sua função de execução do 
Studio Classic para assumir a função de acesso ao Amazon EMR. A função de acesso do Amazon 
EMR então chama a API do Amazon EMR GetClusterSessionCredentials em nome da sua 
função de execução do Studio Classic, dando acesso ao cluster.

Na opção 2, seu cluster do Amazon EMR e a função de execução do Amazon EMR estão em sua 
conta do Studio Classic. Sua função de execução do Studio Classic tem permissão para usar a 
API do Amazon EMR GetClusterSessionCredentials para obter acesso ao seu cluster. Para 
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acessar o bucket do Amazon S3, conceda à função de execução do Amazon EMR permissões de 
acesso ao bucket do Amazon S3 entre contas — você concede essas permissões dentro da sua 
política de bucket do Amazon S3.

Na opção 3, seus clusters do Amazon EMR estão na sua conta do Studio Classic, e a função de 
execução do Amazon EMR está na conta de dados. Sua função de execução do Studio Classic 
tem permissão para usar a API do Amazon EMR GetClusterSessionCredentials para obter 
acesso ao seu cluster. Adicione a função de execução do Amazon EMR ao JSON de configuração 
da função de execução. Em seguida, você pode selecionar a função na interface do usuário ao 
escolher seu cluster. Para obter detalhes sobre como configurar seu arquivo JSON de configuração 
da função de execução, consulte Pré-carregue suas funções de execução no Studio Classic.

Configurar o Studio Classic para usar funções do IAM em tempo de execução

Para estabelecer a autenticação de função de tempo de execução para seus clusters do Amazon 
EMR, configure as políticas do IAM, a rede e os aprimoramentos de usabilidade necessários. Sua 
configuração depende de você lidar com qualquer acordo entre contas, se seus clusters do Amazon 
EMR, função de execução do Amazon EMR ou ambos residirem fora da sua conta do Amazon 
SageMaker Studio Classic. A discussão a seguir orienta você sobre as políticas de instalação, como 
configurar a rede para permitir o tráfego entre contas cruzadas e o arquivo de configuração local a 
ser configurado para automatizar sua conexão com o Amazon EMR.

Configure a autenticação da função de tempo de execução quando o cluster do Amazon EMR e o 
Studio Classic estiverem na mesma conta

Se o seu cluster do Amazon EMR residir na sua conta do Studio Classic, adicione a política básica 
para se conectar ao seu cluster do Amazon EMR e defina permissões para chamar a API do Amazon 
EMRGetClusterSessionCredentials, que lhe dá acesso ao cluster. Conclua as etapas a seguir 
para adicionar as permissões necessárias à sua política de execução do Studio Classic:

1. Adicione a política do IAM necessária para se conectar aos clusters do Amazon EMR. Para obter 
detalhes, consulte Descubra os clusters do Amazon EMR a partir do Studio Classic SageMaker.

2. Conceda permissão para chamar a API do Amazon EMR GetClusterSessionCredentials
ao passar por uma ou mais funções de execução permitidas do Amazon EMR especificadas na 
política.

3. (Opcional) Conceda permissão para transmitir funções do IAM que sigam qualquer convenção de 
nomenclatura definida pelo usuário.

4. (Opcional) Conceda permissão para acessar clusters do Amazon EMR que são marcados com 
cadeias de caracteres específicas definidas pelo usuário.
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5. Se você não quiser chamar manualmente o comando de conexão do Amazon EMR, instale um 
arquivo de SageMaker configuração em seu Amazon EFS local e selecione a função a ser usada 
ao selecionar seu cluster do Amazon EMR. Para saber detalhes sobre como pré-carregar suas 
funções do IAM, consulte Pré-carregue suas funções de execução no Studio Classic.

O exemplo de política a seguir permite que funções de execução do Amazon EMR pertencentes 
aos grupos de modelagem e treinamento sejam chamadas GetClusterSessionCredentials. 
Além disso, o segurado pode acessar clusters do Amazon EMR marcados com as sequências de 
caracteres modeling ou training.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": "elasticmapreduce:GetClusterSessionCredentials", 
            "Resource": "*", 
            "Condition": { 
                "StringLike": { 
                    "elasticmapreduce:ExecutionRoleArn": [ 
                        "arn:aws:iam::123456780910:role/emr-execution-role-ml-
modeling*", 
                        "arn:aws:iam::123456780910:role/emr-execution-role-ml-
training*" 
                    ], 
                    "elasticmapreduce:ResourceTag/group": [ 
                        "*modeling*", 
                        "*training*" 
                    ] 
                } 
            } 
        } 
    ]
}

Configure a autenticação da função de tempo de execução quando seu cluster e o Studio Classic 
estiverem em contas diferentes

Se o seu cluster do Amazon EMR não estiver na sua conta do Studio Classic, permita que sua 
função de execução do Studio Classic assuma a função de acesso entre contas do Amazon EMR 
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para que você possa se conectar ao cluster. Conclua as etapas a seguir para configurar sua 
configuração entre contas:

1. Crie sua política de permissão de função de execução do Studio Classic para que a função de 
execução possa assumir a função de acesso ao Amazon EMR. Veja abaixo um exemplo de 
política:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowAssumeCrossAccountEMRAccessRole", 
            "Effect": "Allow", 
            "Action": "sts:AssumeRole", 
            "Resource": "arn:aws:iam::emr_account_id:role/emr-access-role-name" 
        } 
    ]
}

2. Crie a política de confiança para especificar quais IDs de conta do Studio Classic são confiáveis 
para assumir a função de acesso ao Amazon EMR. Veja abaixo um exemplo de política:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AllowCrossAccountSageMakerExecutionRoleToAssumeThisRole", 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::studio_account_id:role/studio_execution_role" 
      }, 
      "Action": "sts:AssumeRole" 
    }
}

3. Crie a política de permissão da função de acesso do Amazon EMR, que concede à 
função de execução do Amazon EMR as permissões necessárias para realizar as tarefas 
pretendidas no cluster. Configure a função de acesso do Amazon EMR para chamar a 
API GetClusterSessionCredentials com as funções de execução do Amazon EMR 
especificadas na política de permissão da função de acesso. Veja abaixo um exemplo de política:
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{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowCallingEmrGetClusterSessionCredentialsAPI", 
            "Effect": "Allow", 
            "Action": "elasticmapreduce:GetClusterSessionCredentials", 
            "Resource": "", 
            "Condition": { 
                "StringLike": { 
                    "elasticmapreduce:ExecutionRoleArn": [ 
                        "arn:aws:iam::emr_account_id:role/emr-execution-role-name" 
                    ] 
                } 
            } 
        } 
    ]
}

4. Configure a rede entre contas para que o tráfego possa ir e voltar entre suas contas. Para 
instruções guiadas, consulte Configurar a rede na postagem do blog Criar e gerenciar clusters do 
Amazon EMR a partir do SageMaker Studio Classic para executar cargas de trabalho interativas 
do Spark e do ML — Parte 2. As etapas na postagem do blog ajudam você a concluir as seguintes 
tarefas:

a. Faça o VPC-Peer de sua conta Studio Classic e sua conta do Amazon EMR para estabelecer 
uma conexão.

b. Adicione rotas manualmente às tabelas de rotas da sub-rede privada em ambas as contas. Isso 
permite a criação e a conexão de clusters do Amazon EMR da conta Studio Classic à sub-rede 
privada da conta remota.

c. Configure o grupo de segurança anexado ao seu domínio do Studio Classic para permitir 
o tráfego de saída e o grupo de segurança do nó primário do Amazon EMR para permitir o 
tráfego TCP de entrada do grupo de segurança da instância do Studio Classic.

5. Se você não quiser chamar manualmente o comando de conexão do Amazon EMR, instale um 
arquivo de SageMaker configuração em seu Amazon EFS local para que você possa selecionar 
a função a ser usada ao escolher seu cluster do Amazon EMR. Para saber detalhes sobre como 
pré-carregar suas funções do IAM, consulte Pré-carregue suas funções de execução no Studio 
Classic.
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Configurar o acesso ao Lake Formation

Quando acessa dados em data lakes gerenciados por AWS Lake Formation, você pode impor o 
acesso em nível de tabela e coluna usando políticas anexadas à sua função de tempo de execução. 
Para configurar a permissão para acesso ao Lake Formation, consulte Integrar o Amazon EMR com 
AWS Lake Formation.

Pré-carregue suas funções de execução no Studio Classic

Se você não quiser chamar manualmente o comando de conexão do Amazon EMR, você pode 
instalar um arquivo de SageMaker configuração em seu Amazon EFS local para poder selecionar a 
função de execução a ser usada ao escolher seu cluster do Amazon EMR.

Para escrever um arquivo de configuração para as funções de execução do Amazon EMR, associe 
uma Use configurações de ciclo de vida com o Amazon Studio Classic SageMaker  (LCC) ao 
aplicativo de servidor Jupyter. Como alternativa, você pode escrever ou atualizar o arquivo de 
configuração e reiniciar o servidor Jupyter com o comando: restart-jupyter-server.

O trecho a seguir é um exemplo de script bash LCC que você pode aplicar se o aplicativo e o cluster 
do Studio Classic estiverem na mesma conta:

#!/bin/bash

set -eux

FILE_DIRECTORY="/home/sagemaker-user/.sagemaker-analytics-configuration-DO_NOT_DELETE"
FILE_NAME="emr-configurations-DO_NOT_DELETE.json"
FILE="$FILE_DIRECTORY/$FILE_NAME"

mkdir -p $FILE_DIRECTORY

cat << 'EOF' > "$FILE"
{ 
    "emr-execution-role-arns": 
    { 
      "123456789012": [ 
          "arn:aws:iam::123456789012:role/emr-execution-role-1", 
          "arn:aws:iam::123456789012:role/emr-execution-role-2" 
      ] 
    }
}
EOF
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Se o aplicativo e os clusters do Studio Classic estiverem em contas diferentes, especifique as 
funções de acesso do Amazon EMR que podem usar o cluster. No exemplo de política a seguir,
123456789012 é o ARN da conta de cluster do Amazon EMR e 212121212121 e 43434343434343
são os ARNs para as funções de acesso permitidas do Amazon EMR.

#!/bin/bash

set -eux

FILE_DIRECTORY="/home/sagemaker-user/.sagemaker-analytics-configuration-DO_NOT_DELETE"
FILE_NAME="emr-configurations-DO_NOT_DELETE.json"
FILE="$FILE_DIRECTORY/$FILE_NAME"

mkdir -p $FILE_DIRECTORY

cat << 'EOF' > "$FILE"
{ 
    "emr-execution-role-arns": 
    { 
      "123456789012": [ 
          "arn:aws:iam::212121212121:role/emr-execution-role-1", 
          "arn:aws:iam::434343434343:role/emr-execution-role-2" 
      ] 
    }
}
EOF

# add your cross-account EMR access role
FILE_DIRECTORY="/home/sagemaker-user/.cross-account-configuration-DO_NOT_DELETE"
FILE_NAME="emr-discovery-iam-role-arns-DO_NOT_DELETE.json"
FILE="$FILE_DIRECTORY/$FILE_NAME"

mkdir -p $FILE_DIRECTORY

cat << 'EOF' > "$FILE"
{ 
    "123456789012": "arn:aws:iam::123456789012:role/cross-account-emr-access-role"
}
EOF
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Encerrar um cluster do Amazon EMR a partir do Studio Classic

O procedimento a seguir mostra como encerrar um cluster do Amazon EMR a partir de um notebook 
Studio Classic.

Para encerrar um cluster em um estado Running, navegue até a lista de clusters disponíveis do 
Amazon EMR.

1. No SageMaker Studio Classic, selecione o ícone Início

( ) 
no painel esquerdo da interface do usuário do Studio Classic e, em seguida, selecione o nó
Dados no menu de navegação.

2. Navegue até o nó Clusters. Isso abre uma página listando os clusters do Amazon EMR que você 
pode acessar a partir do SageMaker Studio Classic.

3. Selecione o nome do cluster que você deseja encerrar e escolha Encerrar.

4. Isso abre uma janela de confirmação informando que qualquer trabalho ou dados pendentes 
em seu cluster serão perdidos permanentemente após o encerramento. Confirme escolhendo
Encerrar novamente.

Acesse a interface do Spark a partir do Studio Classic

As seções a seguir fornecem instruções para acessar a interface do usuário do Spark a partir dos 
notebooks SageMaker Studio Classic. A interface do usuário do Spark permite monitorar e depurar 
seus trabalhos do Spark enviados para execução no Amazon EMR a partir de notebooks Studio 
Classic. O encapsulamento SSH e os URLs pré-assinados são duas formas de acessar a IU do 
Spark.

Configure o encapsulamento SSH para acesso à IU do Spark

Para configurar o encapsulamento SSH para acessar a IU do Spark, siga uma das duas opções 
nesta seção.

Opções para configurar o encapsulamento SSH:

• Opção 1: configurar um encapsulamento SSH ao nó principal usando o encaminhamento de portas 
locais

• Opção 2, parte 1: configurar um encapsulamento SSH para o nó principal usando o 
encaminhamento de portas dinâmicas
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Opção 2, parte 2: definiras configurações de proxy para visualizar sites hospedados no nó principal

Para obter mais informações sobre a visualização de interfaces Web no Amazon EMR, consulte
Visualizar interfaces hospedadas nos clusters do Amazon EMR. Você também pode visitar o console 
do Amazon EMR para ter acesso à IU do Spark.

Note

Você pode configurar um encapsulamento SSH mesmo que os URLs pré-assinados não 
estejam disponíveis para você.

Pre-signed URLs

Para criar URLs com um clique que possam acessar a interface do usuário do Spark no Amazon 
EMR a partir dos notebooks SageMaker Studio Classic, você deve habilitar as seguintes permissões 
do IAM. Escolha a opção que se aplica a você:

• Para clusters do Amazon EMR que estão na mesma conta do notebook SageMaker Studio 
Classic: adicione as seguintes permissões à função de execução do IAM do SageMaker Studio 
Classic.

• Para clusters do Amazon EMR que estão em uma conta diferente (não no notebook SageMaker 
Studio Classic): adicione as seguintes permissões à função entre contas para a qual você criou.
Descubra os clusters do Amazon EMR a partir do Studio Classic SageMaker

Note

Você pode acessar URLs pré-assinados do console nas seguintes regiões:

• Região Leste dos EUA (N. da Virgínia)

• Região Oeste dos EUA (Norte da Califórnia).

• Região do Canadá (Central)

• Região Europa (Frankfurt)

• Região Europa (Estocolmo)

• Região Europa (Irlanda)

• Região Europa (Londres)
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• Região Europa (Paris)

• Asia Pacific (Tokyo) Region

• Região Ásia-Pacífico (Seul)

• Asia Pacific (Sydney) Region

• Região Ásia-Pacífico (Mumbai)

• Região Ásia-Pacífico (Singapura)

• América do Sul (São Paulo)

A política a seguir dá acesso a URLs pré-assinados para seu papel de execução.

{ 
            "Sid": "AllowPresignedUrl", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups", 
                "elasticmapreduce:CreatePersistentAppUI", 
                "elasticmapreduce:DescribePersistentAppUI", 
                "elasticmapreduce:GetPersistentAppUIPresignedURL", 
                "elasticmapreduce:GetOnClusterAppUIPresignedURL" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:region:account-id:cluster/*" 
            ]
}

Explicações passo a passo e documentos técnicos

Os blogs a seguir usam um estudo de caso de previsão de sentimentos para uma resenha de filme 
para ilustrar o processo de execução de um fluxo de trabalho completo de machine learning. Isso 
inclui preparação de dados, monitoramento de tarefas do Spark e treinamento e implantação de um 
modelo de ML para obter previsões diretamente do seu notebook Studio Classic.

• Crie e gerencie clusters do Amazon EMR a partir do SageMaker Studio Classic para executar 
cargas de trabalho interativas do Spark e do ML.

• Para estender o caso de uso para uma configuração entre contas em que o SageMaker Studio 
Classic e seu cluster do Amazon EMR são implantados em contas AWS separadas, consulte Criar
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e gerenciar clusters do Amazon EMR a SageMaker partir do Studio Classic para executar cargas 
de trabalho interativas do Spark e do ML - Parte 2.

Consulte também:

• Um passo a passo da configuração do Acessar o Apache Livy usando um Network Load Balancer 
em um cluster Amazon EMR habilitado para Kerberos.

• AWSwhitepapers sobre as melhores práticas do SageMaker Studio Classic.

Configuração adicional para casos de uso de contas cruzadas (para administradores)

Para permitir a descoberta de clusters em todas as contas, os administradores precisam fornecer 
o ARN de uma função IAM entre contas para a função de execução do Studio Classic. SageMaker 
SageMaker A função de execução do Studio Classic assume essa função remota para descobrir e 
se conectar aos clusters do Amazon EMR na conta confiável. O ARN dessa função é carregado pelo 
servidor Jupyter do Studio Classic no lançamento.

É possível especificar essas informações de duas maneiras.

• Grave essa função remota em um arquivo chamado emr-discovery-iam-role-arns-
DO_NOT_DELETE.json colocado no diretório .cross-account-configuration-
DO_NOT_DELETE em seu diretório inicial localizado no volume de armazenamento do Amazon 
EFS usado pelo SageMaker Studio Classic.

• Como alternativa, você pode automatizar esse processo usando scripts de Configuração do Ciclo 
de Vida (LCC). Você pode anexar a LCC ao seu domínio ou a um perfil de usuário específico. 
O script de LCC que você usa deve ser uma JupyterServer configuração. Para obter mais 
informações sobre como criar um script de LCC, consulte Usar configurações de ciclo de vida com 
o Studio Classic.

A seguir há um exemplo de script de LCC. Para modificar o script, substitua ASSUMABLE-ROLE e
emr-account pelo nome da função e ID da conta remota, respectivamente. O número de contas 
cruzadas é limitado a cinco.

# This script creates the file that informs SageMaker Studio Classic that the role 
 "arn:aws:iam::emr-account:role/ASSUMABLE-ROLE" in remote account "emr-account" must be 
 assumed to list and describe Amazon EMR clusters in the remote account.
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#!/bin/bash

set -eux

FILE_DIRECTORY="/home/sagemaker-user/.cross-account-configuration-DO_NOT_DELETE"
FILE_NAME="emr-discovery-iam-role-arns-DO_NOT_DELETE.json"
FILE="$FILE_DIRECTORY/$FILE_NAME"

mkdir -p $FILE_DIRECTORY

cat > "$FILE" <<- "EOF"
{ 
   emr-cross-account1: "arn:aws:iam::emr-cross-account1:role/ASSUMABLE-ROLE", 
   emr-cross-account2: "arn:aws:iam::emr-cross-account2:role/ASSUMABLE-ROLE"
}
EOF

Depois que a LCC é executada e os arquivos são gravados, o servidor lê o arquivo /home/
sagemaker-user/.cross-account-configuration-DO_NOT_DELETE/emr-discovery-
iam-role-arns-DO_NOT_DELETE.json e armazena o ARN entre contas.

Solução de problemas

A seguir estão os erros comuns que podem ocorrer ao conectar ou usar clusters do Amazon EMR a 
partir de notebooks Studio Classic.

Solucione problemas de conexões do Livy interrompidas ou falhando

A seguir estão os problemas de conectividade do Livy que podem ocorrer ao usar clusters do 
Amazon EMR a partir de notebooks Studio Classic.

• Seu cluster do Amazon EMR encontrou um out-of-memory erro.

Um possível motivo para uma conexão do Livy sparkmagic travar ou falhar é se seu cluster do 
Amazon EMR encontrou um erro. out-of-memory

Por padrão, o parâmetro de configuração Java do driver Apache 
Spark, spark.driver.defaultJavaOptions, está definido como -
XX:OnOutOfMemoryError='kill -9 %p'. Isso significa que a ação padrão tomada quando o 
programa do driver encontra um OutOfMemoryError é encerrar o programa do driver enviando 
um sinal SIGKILL. Quando o driver Apache Spark é encerrado, qualquer conexão Livy via
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sparkmagic que depende desse driver para ou falha. Isso ocorre porque o driver do Spark é 
responsável por gerenciar os recursos do aplicativo Spark, incluindo o agendamento e a execução 
de tarefas. Sem o driver, o aplicativo do Spark não pode funcionar e qualquer tentativa de interagir 
com ele falha.

Se você suspeitar que o cluster Spark está com problemas de memória, você pode verificar os 
registros do Amazon EMR. Os contêineres eliminados devido a out-of-memory erros geralmente 
saem com um código de137. Nesses casos, você precisa reiniciar o aplicativo do Spark e 
estabelecer uma nova conexão Livy para retomar a interação com o cluster do Spark.

Você pode consultar o artigo da base de conhecimento Como resolvo o erro “Contêiner eliminado 
pelo YARN por exceder os limites de memória” no Spark no Amazon EMR? continue AWS re:Post 
para aprender sobre várias estratégias e parâmetros que podem ser usados para resolver um out-
of-memory problema.

Recomendamos revisar os guias de práticas recomendadas do Amazon EMR para obter as 
práticas recomendadas e orientações de ajuste sobre a execução de workloads do Apache Spark 
em seus clusters do Amazon EMR.

• A sessão do Livy expira ao se conectar a um cluster do Amazon EMR pela primeira vez.

Quando você se conecta inicialmente a um cluster do Amazon EMR usando sagemaker-studio-
analytics-extension, que permite a conexão com um cluster remoto do Spark (Amazon EMR) por 
meio da SparkMagicbiblioteca usando o Apache Livy, você pode encontrar um erro de tempo limite 
de conexão:

An error was encountered: Session 0 did not start up in 60 seconds.

Se o cluster do Amazon EMR exigir a inicialização de um aplicativo do Spark ao estabelecer uma 
conexão, há uma chance maior de ver erros de tempo limite de conexão.

Para reduzir as chances de erros de tempos limite ao se conectar a um cluster do Amazon EMR 
usando o Livy via extensão de análise, a versão sagemaker-studio-analytics-extension
0.0.19 e posterior, substitua o tempo limite da sessão padronizado do servidor para 120
segundos em vez do padrão sparkmagic de 60 segundos.

Recomendamos atualizar sua extensão 0.0.18 e anterior, executando o seguinte comando de 
atualização.

pip install --upgrade sagemaker-studio-analytics-extension
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Lembre-se de que, ao fornecer uma configuração de tempo limite personalizada no sparkmagic, 
o sagemaker-studio-analytics-extension respeitará essa substituição. No entanto, 
definir o tempo limite da sessão em 60 segundos aciona automaticamente o tempo limite da 
sessão padronizado da sessão do servidor de 120 segundos depois no sagemaker-studio-
analytics-extension.

Preparar os dados usando sessões interativas do AWS Glue

Sessões interativas do AWS Glue é um ambiente de execução do Apache Spark sob demanda 
e sem servidor que cientistas e engenheiros de dados podem usar para criar, testar e executar 
aplicações de análise e preparação de dados rapidamente.

Você pode iniciar uma sessão AWS Glue interativa iniciando um notebook SageMaker Studio 
Classic. Ao criar seu notebook Studio Classic, escolha o integrado Glue PySpark ou o Glue 
Spark kernel. Isso inicia automaticamente uma sessão interativa sem servidor do Spark. Não é 
necessário provisionar nem gerenciar nenhum cluster ou infraestrutura de computação. Após a 
inicialização, você pode explorarAWS Glue Data Catalog, executar consultas complexas e analisar 
e preparar dados de forma interativa usando o Spark em seu notebook Studio Classic. Em seguida, 
você pode usar os dados preparados para criar, treinar, ajustar e implantar modelos usando as 
ferramentas de ML criadas especificamente no SageMaker Studio Classic.

Antes de iniciar sua sessão AWS Glue interativa no SageMaker Studio Classic, você precisa definir 
as funções e políticas apropriadas. Além disso, talvez seja necessário dar acesso a recursos 
adicionais, como um bucket de armazenamento do Amazon S3, que pode exigir políticas adicionais. 
Para obter mais informações sobre as funções e políticas do IAM adicionais, consulte Permissões 
para sessões AWS Glue interativas no SageMaker Studio Classic.

SageMaker O Studio Classic fornece uma configuração padrão para sua sessão AWS Glue 
interativa, no entanto, você pode usar o catálogo completo AWS Glue de comandos mágicos do 
Jupyter para personalizar ainda mais seu ambiente. Para obter informações sobre as magias 
padrão e adicionais do Jupyter que você pode usar em sua sessão interativa do AWS Glue, consulte
Configure sua sessão AWS Glue interativa no SageMaker Studio Classic.

As imagens e os kernels suportados para conexão com uma sessão interativa do AWS Glue são os 
seguintes:

• Imagens: SparkAnalytics 1.0, SparkAnalytics 2.0

• Kernel: Glue Python PySpark [e Ray] e Glue Spark
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Pré-requisitos:

A SparkAnalytics imagem que você seleciona para iniciar sua AWS Glue sessão no Studio Classic é 
uma combinação de duas estruturas: a SparkMagic estrutura (usada com o Amazon EMR) e. AWS 
Glue Por esse motivo, são aplicáveis pré-requisitos para ambas as estruturas. No entanto, você não 
precisa configurar o cluster do Amazon EMR se planeja usar somente sessões interativas do AWS 
Glue. Antes de iniciar sua primeira sessão AWS Glue interativa no Studio Classic, faça o seguinte:

• Preencha os pré-requisitos necessários para usar a imagem. SparkMagic Para obter uma lista 
dos pré-requisitos, consulte a seção Pré-requisitos em Preparar dados em grande escala com os 
notebooks Studio Classic.

• Crie uma função de execução com permissões para ambas AWS Glue e para o SageMaker Studio 
Classic. Adicione a política gerenciada AwsGlueSessionUserRestrictedServiceRole e crie 
uma política personalizada que inclua permissões sts:GetCallerIdentity, iam:GetRole
e IAM:Passrole. Para obter instruções sobre como criar as permissões necessárias, consulte
Permissões para sessões AWS Glue interativas no SageMaker Studio Classic.

• Crie um SageMaker domínio com a função de execução que você criou. Para obter instruções 
sobre como criar um domínio, consulte Integração personalizada usando IAM.

Comece com sessões AWS Glue interativas

Neste guia, você aprende como iniciar uma sessão AWS Glue interativa no SageMaker Studio 
Classic e gerenciar seu ambiente com as magias do Jupyter.

Permissões para sessões AWS Glue interativas no SageMaker Studio Classic

Esta seção lista as políticas necessárias para executar sessões AWS Glue interativas no Studio 
Classic e explica como configurá-las. Em particular, detalha como:

• Anexe a política AwsGlueSessionUserRestrictedServiceRole gerenciada à sua função 
SageMaker de execução.

• Crie uma política personalizada em linha em sua função de SageMaker execução.

• Modifique a relação de confiança de sua função de SageMaker execução.

Para anexar a política gerenciada AwsGlueSessionUserRestrictedServiceRole ao seu perfil 
de execução

1. Abra o console do IAM.
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2. Selecione Funções no painel do lado esquerdo.

3. Encontre sua função de execução do Studio Classic. Escolha o nome do perfil para acessar a 
página de resumo do perfil.

4. Na guia Permissões, selecione Anexar políticas no menu suspenso Adicionar permissões.

5. Marque a caixa de seleção ao lado da política gerenciada
AwsGlueSessionUserRestrictedServiceRole.

6. Escolha Anexar políticas.

A página de resumo mostra as políticas gerenciadas recém-adicionadas.

Criar uma política personalizada em linha no seu perfil de execução

1. Selecione Criar política em linha no menu suspenso Adicionar permissões.

2. Selecione a guia JSON.

3. Copie e cole na política a seguir.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "unique_statement_id", 

            "Effect": "Allow", 
            "Action": [ 
  "iam:GetRole", 
                "iam:PassRole", 
                "sts:GetCallerIdentity" 
            ], 
            "Resource": "*" 
        } 
    ]
}

4. Escolha Revisar política.

5. Digite um Nome e escolha Criar política.

A página de resumo mostra as políticas personalizadas recém-adicionadas.
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Para modifficar a relação de confiança do seu perfil de execução

1. Selecione a guia Relações de confiança.

2. Escolha Editar política de confiança.

3. Copie e cole na política a seguir.

{
"Version": "2012-10-17",
"Statement": [ 
    { 
        "Effect": "Allow", 
        "Principal": { 
            "Service": [ 
                "glue.amazonaws.com", 
                "sagemaker.amazonaws.com" 
            ] 
        }, 
        "Action": "sts:AssumeRole" 
    }
]
}

4. Escolha Atualizar política.

Você pode adicionar outras funções e políticas se precisar acessar outros recursos AWS. Para obter 
uma descrição das funções e políticas adicionais que você pode incluir, consulte Sessões interativas 
com IAM na documentação AWS Glue.

Propagação de tags

As tags são comumente usadas para rastrear e alocar custos, controlar o acesso à sua sessão, 
isolar seus recursos e muito mais. Para saber mais sobre como adicionar metadados aos seus 
recursos AWS usando tags ou para obter detalhes sobre casos de uso comuns, consulte Mais 
informações.

Você pode ativar a propagação automática de AWS tags para novas sessões AWS Glue interativas 
criadas na interface do usuário do Studio Classic. Quando uma sessão AWS Glue interativa é criada 
a partir do SageMaker Studio Classic, todas as tags definidas pelo usuário anexadas ao perfil do 
usuário ou ao espaço compartilhado são transferidas para a nova sessão AWS Glue interativa. Além 
disso, o SageMaker Studio Classic adiciona automaticamente duas tags internas AWS geradas 
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((sagemaker:user-profile-arnesagemaker:domain-arn) ou (sagemaker:shared-
space-arne)sagemaker:domain-arn) às novas sessões AWS Glue interativas criadas a partir da 
interface do usuário do Studio Classic. Você pode usar essas tags para agregar custos em domínios, 
perfis de usuário ou espaços individuais.

Habilitar propagação de tags

Para ativar a propagação automática de tags para novas sessões AWS Glue interativas, defina as 
seguintes permissões para sua função de SageMaker execução e a função do IAM associada à sua 
AWS Glue sessão:

Note

Por padrão, a função associada à sessão AWS Glue interativa é a mesma da função de 
SageMaker execução. Você pode especificar uma função de execução diferente para 
a sessão interativa do AWS Glue usando o comando mágico %iam_role. Para obter 
informações sobre os comandos mágicos do Jupyter disponíveis para configurar sessões 
interativas do AWS Glue, consulte Configure sua sessão AWS Glue interativa no SageMaker 
Studio Classic.

• Em sua função de SageMaker execução: crie uma nova política embutida e cole o seguinte 
arquivo JSON. A política concede à função de execução permissão para descrever 
(DescribeUserProfile,DescribeSpace,DescribeDomain) e listar as tags (ListTag) 
definidas nos perfis de usuário, nos espaços compartilhados e no SageMaker domínio.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "sagemaker:ListTags" 
    ], 
    "Resource": [ 
        "arn:aws:sagemaker:*:*:user-profile/*", 
        "arn:aws:sagemaker:*:*:space/*" 
    ]
},
{ 
    "Effect": "Allow", 
    "Action": [ 
        "sagemaker:DescribeUserProfile" 
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    ], 
    "Resource": [ 
        "arn:aws:sagemaker:*:*:user-profile/*" 
    ]
},
{ 
    "Effect": "Allow", 
    "Action": [ 
        "sagemaker:DescribeSpace" 
    ], 
    "Resource": [ 
        "arn:aws:sagemaker:*:*:space/*" 
    ]
}
{ 
    "Effect": "Allow", 
    "Action": [ 
        "sagemaker:DescribeDomain" 
    ], 
    "Resource": [ 
        "arn:aws:sagemaker:*:*:domain/*" 
    ]
}

• Na função de IAM da sua sessão AWS Glue: Crie uma nova política em linha e cole o arquivo 
JSON a seguir. A política concede permissão à sua função para anexar tags (TagResource) à 
sua sessão ou recuperar sua lista de tags (GetTags).

{ 
    "Effect": "Allow", 
    "Action": [ 
        "glue:TagResource", 
        "glue:GetTags" 
    ], 
    "Resource": [ 
        "arn:aws:glue:*:*:session/*" 
    ]
}
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Note

• As falhas que ocorrerem na aplicação dessas permissões não impedem a criação de 
sessões interativas do AWS Glue. Você pode encontrar detalhes sobre o motivo da falha 
nos CloudWatchregistros do SageMaker Studio Classic.

• Reinicie o kernel da sua sessão interativa AWS Glue para propagar a atualização do valor 
de uma tag.

É importante observar os seguintes pontos:

• Depois que uma tag é anexada a uma sessão, ela não pode ser removida por propagação.

Você pode remover tags de uma sessão interativa do AWS Glue diretamente por meio da API 
AWS CLI, AWS Glue ou do https://console.aws.amazon.com/sagemaker/. Por exemplo, usando 
AWS CLI, você pode remover uma tag fornecendo o ARN da sessão e as chaves de tag que 
deseja remover da seguinte forma:

aws glue untag-resource \
--resource-arn arn:aws:glue:region:account-id:session:session-name \
--tags-to-remove tag-key1,tag-key2

• SageMaker O Studio Classic adiciona duas tags internas AWS geradas ((sagemaker:user-
profile-arnesagemaker:domain-arn) ou (sagemaker:shared-space-
arne)sagemaker:domain-arn) às novas sessões AWS Glue interativas criadas a partir da 
interface do usuário do Studio Classic. Essas tags contam contra o limite de 50 tags definido em 
todos os recursos AWS. Ambos sagemaker:user-profile-arn e sagemaker:shared-
space-arn contêm o ID de domínio ao qual pertencem.

• As chaves de tags que começam com aws:, AWS: ou qualquer combinação de letras maiúsculas e 
minúsculas como prefixo para chaves não são propagadas e são reservadas para uso AWS.

Mais informações

Para obter mais informações sobre marcação, consulte os recursos a seguir.

• Para saber mais sobre como adicionar metadados aos seus recursos AWS com marcação, 
consulte Como marcar recursos AWS.
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• Para obter informações sobre o controle de custos usando tags, consulte Análise de custos nas 
melhores práticas de administração do SageMaker Studio Classic.

• Para obter informações sobre como controlar o acesso a AWS Glue com base em chaves de tag, 
consulte ABAC com AWS Glue.

Inicie sua sessão AWS Glue interativa no SageMaker Studio Classic

Depois de criar as funções, as políticas e o SageMaker domínio, você pode iniciar sua sessão AWS 
Glue interativa no SageMaker Studio Classic.

Para iniciar AWS Glue no SageMaker Studio Classic

1. Crie um SageMaker domínio. Para obter instruções sobre como criar um novo domínio, consulte
Visão geral SageMaker do Amazon Domain.

2. Faça login no SageMaker console em https://console.aws.amazon.com/sagemaker/.

3. Selecione Painel de controle no painel do lado esquerdo.

4. No menu suspenso Launch App ao lado do nome do usuário, selecione Studio.

5. Na visualização do Jupyter, escolha Arquivo, depois Novo e, em seguida, Cadernos.

6. No menu suspenso Imagem, selecione SparkAnalytics 1.0 ou SparkAnalytics 2.0. No menu 
suspenso do kernel, selecione Glue Spark ou Glue PySpark  Python [and Ray]. Escolha
Selecionar.

7. (opcional) Use mágicas do Jupyter para personalizar seu ambiente. Para obter mais informações 
sobre como encerrar uma , consulte Configure sua sessão AWS Glue interativa no SageMaker 
Studio Classic.

8. Comece a escrever seus scripts de processamento de dados do Spark.

Configure sua sessão AWS Glue interativa no SageMaker Studio Classic

Note

Todas as configurações mágicas são transferidas para as sessões subsequentes durante a 
vida útil do kernel AWS Glue.

Você pode usar as magias do Jupyter em sua sessão interativa do AWS Glue para modificar seus 
parâmetros de sessão e configurações. Magics são comandos curtos prefixados com % no início das 
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células Jupyter que propiciam uma maneira rápida e fácil de ajudá-lo a controlar seu ambiente. Em 
sua sessão interativa do AWS Glue, as seguintes magias são definidas para você por padrão:

Magia Valor padrão

%glue_version 3.0

%iam_role função de execução anexada ao seu SageMaker 
domínio

%region sua região

É possível usar mágicas para personalizar ainda mais seu ambiente. Por exemplo, se você quiser 
alterar o número de trabalhadores alocados para seu trabalho do padrão de cinco para 10, você 
pode especificar %number_of_workers 10. Se quiser configurar sua sessão para parar após 10 
minutos de tempo ocioso em vez do 2880 padrão, você pode especificar %idle_timeout 10.

Todas as magias de Jupyter atualmente disponíveis também AWS Glue estão disponíveis no 
Studio Classic. SageMaker Para ver a lista completa das AWS Glue mágicas disponíveis, consulte
Configuração de sessões AWS Glue interativas para notebooks Jupyter e AWS Glue Studio Classic.

Definição de preços da sessão interativa do AWS Glue

Ao usar sessões AWS Glue interativas em notebooks SageMaker Studio Classic, você é cobrado 
separadamente pelo uso de recursos nos AWS Glue notebooks Studio Classic.

AWSA cobrança por sessões interativas do AWS Glue é feita com base no tempo que a sessão 
permanece ativa e no número de unidades de processamento de dados (DPU) usadas. É cobrada 
uma taxa por hora pelo número de DPUs usadas para executar suas workloads, calculada sobre 
incrementos de um segundo. AWS Glue As sessões interativas atribuem um padrão de cinco DPUs 
e exigem no mínimo duas DPUs. Também há um período mínimo para cobrança de um minuto para 
cada sessão interativa. Para ver as tarifas AWS Glue e exemplos de preços ou para estimar seus 
custos usando a Calculadora de preços AWS, consulte AWS Gluedefinição de preços.

Seu notebook SageMaker Studio Classic é executado em uma instância do Amazon EC2 e você é 
cobrado pelo tipo de instância escolhido, com base na duração do uso. O Studio Classic atribui a 
você um tipo de instância EC2 padrão ml-t3-medium quando você seleciona a SparkAnalytics
imagem e o kernel associado. Você pode alterar o tipo de instância do seu notebook Studio Classic 
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de acordo com sua carga de trabalho. Para obter informações sobre os preços do SageMaker Studio 
Classic, consulte  SageMakerPreços da Amazon.
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Processar dados

Para analisar dados e avaliar modelos de aprendizado de máquina na Amazon SageMaker, use o 
Amazon SageMaker Processing. Com o Processing, você pode usar uma experiência simplificada e 
gerenciada SageMaker para executar suas cargas de trabalho de processamento de dados, como 
engenharia de recursos, validação de dados, avaliação de modelos e interpretação de modelos. 
Você também pode usar as APIs SageMaker de processamento da Amazon durante a fase de 
experimentação e depois que o código for implantado na produção para avaliar o desempenho.

O diagrama anterior mostra como a Amazon SageMaker executa um trabalho de processamento. A 
Amazon SageMaker pega seu script, copia seus dados do Amazon Simple Storage Service (Amazon 
S3) e, em seguida, extrai um contêiner de processamento. A imagem do contêiner de processamento 
pode ser uma imagem SageMaker integrada da Amazon ou uma imagem personalizada fornecida 
por você. A infraestrutura subjacente para um trabalho de processamento é totalmente gerenciada 
pela Amazon SageMaker. Os recursos do cluster são provisionados para a duração do seu trabalho 
e limpos quando um trabalho é concluído. A saída do trabalho de processamento é armazenada no 
bucket do Amazon S3 que você especificar.

Note

Seus dados de entrada devem ser armazenados em um bucket do Amazon S3. Se preferir, 
você também pode usar Amazon Athena ou Amazon Redshift.
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Tip

Para conhecer as melhores práticas para computação distribuída de trabalhos de 
treinamento e processamento de machine learning (ML) em geral, consulte Computação 
distribuída com SageMaker as melhores práticas.

Use cadernos SageMaker de amostra de processamento da 
Amazon

Fornecemos dois exemplos de blocos de anotações Jupyter que mostram como realizar o pré-
processamento de dados, a avaliação de modelos ou ambos.

Para ver um exemplo de caderno que mostra como executar scripts do scikit-learn para realizar o 
pré-processamento de dados e o treinamento e a avaliação de modelos com o SDK do SageMaker 
Python para processamento, consulte scikit-learn Processing. Esse caderno também mostra 
como usar um contêiner personalizado para executar cargas de trabalho de processamento com 
bibliotecas Python e outras dependências específicas.

Para ver um exemplo de caderno que mostra como usar o Amazon SageMaker Processing para 
realizar o pré-processamento distribuído de dados com o Spark, consulte Processamento distribuído 
(Spark). Esse caderno também mostra como treinar um modelo de regressão usando o XGBoost no 
conjunto de dados pré-processado.

Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode usar 
para executar essas amostras SageMaker, consulte. Instâncias do Amazon SageMaker Notebook
Depois de criar uma instância do notebook e abri-la, escolha a guia SageMaker Exemplos para ver 
uma lista de todas as SageMaker amostras. Para abrir um caderno, escolha sua guia Use (Uso) e 
depois escolha Create copy (Criar cópia).

Monitore trabalhos SageMaker de processamento da Amazon com 
CloudWatch registros e métricas

O Amazon SageMaker Processing fornece CloudWatch registros e métricas da Amazon para 
monitorar trabalhos de processamento. CloudWatch fornece CPU, GPU, memória, memória de GPU, 
métricas de disco e registro de eventos. Para ter mais informações, consulte Monitore a Amazon 
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SageMaker com a Amazon CloudWatch e Registre SageMaker eventos da Amazon com a Amazon 
CloudWatch.

Processamento de dados com o Apache Spark

O Apache Spark é um mecanismo de análise unificado para processamento de dados em grande 
escala. O Amazon SageMaker fornece imagens pré-compiladas do Docker que incluem o Apache 
Spark e outras dependências necessárias para executar trabalhos distribuídos de processamento 
de dados. Com o Amazon SageMaker Python SDK, você pode aplicar facilmente transformações 
de dados e extrair atributos (engenharia de atributos) usando a estrutura do Spark. Para obter 
informações sobre como usar o SDK do SageMaker para Python para executar trabalhos de 
processamento do Spark, consulte Processamento de dados com o Spark no Amazon SageMaker 
Python SDK.

Um repositório de código que contém o código-fonte e os Dockerfiles das imagens do Spark está 
disponível no GitHub.

Execução de um trabalho de processamento Spark

Você pode usar a sagemaker.spark.PySparkProcessor ou a classe
sagemaker.spark.SparkJarProcessor para executar seu aplicativo Spark dentro de um 
trabalho de processamento. Observe que você pode definir maxRuntimeInSeconds para um limite 
máximo de runtime de 5 dias. Com relação ao runtime e ao número de instâncias usadas, cargas de 
trabalho simples do Spark apresentam uma relação quase linear entre o número de instâncias e o 
tempo até a conclusão.

Os exemplos de código a seguir mostram como executar um trabalho de processamento que chama 
o script do PySpark preprocess.py.

from sagemaker.spark.processing import PySparkProcessor

spark_processor = PySparkProcessor( 
    base_job_name="spark-preprocessor", 
    framework_version="2.4", 
    role=role, 
    instance_count=2, 
    instance_type="ml.m5.xlarge", 
    max_runtime_in_seconds=1200,
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)

spark_processor.run( 
    submit_app="preprocess.py", 
    arguments=['s3_input_bucket', bucket, 
               's3_input_key_prefix', input_prefix, 
               's3_output_bucket', bucket, 
               's3_output_key_prefix', output_prefix]
)

Para uma análise mais aprofundada, consulte o caderno de exemplo de Processamento de Dados 
Distribuído com Apache Spark e SageMaker Processing.

Se você não estiver usando o Amazon SageMaker Python SDK e uma de suas classes de 
processador para recuperar as imagens pré-criadas, você mesmo poderá recuperá-las. As imagens 
do Docker pré-compiladas do SageMaker são armazenadas no Amazon Elastic Container Registry 
(Amazon ECR). Para obter uma lista completa das imagens do Docker pré-criadas disponíveis, 
consulte o documento de imagens disponíveis.

Para saber mais sobre como usar o Python SDK do SageMaker com contêineres de processamento, 
consulte SageMaker Python SDK ReadTheDocs.

Processamento de recursos com scikit-learn

Para obter um caderno de exemplo que mostra como executar scripts scikit-learn usando uma 
imagem do Docker fornecida e mantida pelo SageMaker para pré-processar dados e avaliar 
modelos, consulte Processar scikit-learn. Para usar esse caderno, é necessário instalar o Python 
SDK do SageMaker para processamento.

O caderno executa um trabalho de processamento usando a classe SKLearnProcessor do 
Python SDK do SageMaker para executar um script scikit-learn que você fornece. O script pré-
processa dados, treina um modelo usando um trabalho de treinamento do SageMaker e executa um 
trabalho de processamento para avaliar o modelo treinado. O trabalho de processamento estima o 
desempenho esperado do modelo na produção.

Para saber mais sobre como usar o Python SDK do SageMaker com contêineres de processamento, 
consulte SageMaker Python SDK. Para obter uma lista completa das imagens pré-criadas do Docker 
disponíveis para tarefas de processamento, consulte Caminhos de registro e código de exemplo do 
Docker.
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O exemplo de código a seguir mostra como o caderno usa SKLearnProcessor para executar seu 
script scikit-learn usando uma imagem do Docker fornecida e mantida pelo , em vez de sua própria 
imagem do Docker.

from sagemaker.sklearn.processing import SKLearnProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput

sklearn_processor = SKLearnProcessor(framework_version='0.20.0', 
                                     role=role, 
                                     instance_type='ml.m5.xlarge', 
                                     instance_count=1)

sklearn_processor.run(code='preprocessing.py', 
                      inputs=[ProcessingInput( 
                        source='s3://path/to/my/input-data.csv', 
                        destination='/opt/ml/processing/input')], 
                      outputs=[ProcessingOutput(source='/opt/ml/processing/output/
train'), 
                               ProcessingOutput(source='/opt/ml/processing/output/
validation'), 
                               ProcessingOutput(source='/opt/ml/processing/output/
test')] 
                     )

Para processar dados em paralelo usando Scikit-Learn no Amazon SageMaker 
Processing, você pode fragmentar objetos de entrada com a chave do S3 definindo
s3_data_distribution_type='ShardedByS3Key' dentro de um ProcessingInput para que 
cada instância receba aproximadamente a mesma quantidade de objetos de entrada.

Processamento de dados com processadores de framework

A FrameworkProcessor pode executar trabalhos de processamento com uma estrutura 
de aprendizado de máquina especificada, fornecendo a você um contêiner SageMaker 
gerenciado pela Amazon para qualquer estrutura de aprendizado de máquina que você escolher.
FrameworkProcessorfornece contêineres pré-fabricados para as seguintes estruturas de 
aprendizado de máquina: Hugging Face, PyTorch MXNet,, e TensorFlow XGBoost.

A classe de FrameworkProcessor também fornece personalização na configuração do contêiner. 
A classe de FrameworkProcessor classe suporta a especificação de um diretório source_dir
de origem para seus scripts de processamento e dependências. Com esse recurso, você pode dar 
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ao processador acesso a vários scripts em um diretório em vez de especificar apenas um script. 
O FrameworkProcessor também suporta a inclusão de um arquivo requirements.txt no
source_dir para personalizar as bibliotecas Python para instalação no contêiner.

Para obter mais informações sobre a FrameworkProcessor classe e seus métodos e parâmetros, 
consulte o FrameworkProcessorSDK do Amazon SageMaker Python.

Para ver exemplos de uso de um FrameworkProcessor para cada um dos frameworks de machine 
learning compatíveis, consulte os tópicos a seguir.

Tópicos

• Processador do Framework Hugging Face

• processador do framework MXNet

• PyTorch Processador de estrutura

• TensorFlow Processador de estrutura

• Processador do framework do XGBoost

Processador do Framework Hugging Face

Hugging Face é um provedor de código aberto de modelos de processamento de linguagem 
natural (PLN). O HuggingFaceProcessor SDK do Amazon SageMaker Python oferece a 
capacidade de executar trabalhos de processamento com scripts do Hugging Face. Ao usar o
HuggingFaceProcessor, você pode aproveitar um contêiner do Docker integrado na Amazon com 
um ambiente gerenciado pelo Hugging Face para não precisar trazer seu próprio contêiner.

O exemplo de código a seguir mostra como você pode usar o HuggingFaceProcessor para 
executar sua tarefa de processamento usando uma imagem do Docker fornecida e mantida pela 
SageMaker. Observe que, ao executar o trabalho, você pode especificar um diretório contendo seus 
scripts e dependências no source_dir argumento e pode ter um requirements.txt arquivo 
localizado dentro do seu source_dir diretório que especifica as dependências dos seus scripts 
de processamento. SageMaker O processamento instala as dependências requirements.txt no 
contêiner para você.

from sagemaker.huggingface import HuggingFaceProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role
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#Initialize the HuggingFaceProcessor
hfp = HuggingFaceProcessor( 
    role=get_execution_role(),  
    instance_count=1, 
    instance_type='ml.g4dn.xlarge', 
    transformers_version='4.4.2', 
    pytorch_version='1.6.0',  
    base_job_name='frameworkprocessor-hf'
)

#Run the processing job
hfp.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input/data/' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput(output_name='train', source='/opt/ml/processing/output/
train/', destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='test', source='/opt/ml/processing/output/test/', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='val', source='/opt/ml/processing/output/val/', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}') 
    ]
)

Se você tiver um arquivo requirements.txt, ele deverá ser uma lista das bibliotecas que 
você deseja instalar no contêiner. O caminho para source_dir pode ser um caminho de URI 
relativo, absoluto ou do Amazon S3. No entanto, se você usar um URI do Amazon S3, ele deverá 
apontar para um arquivo tar.gz. Você pode ter vários scripts no diretório que você especificar para
source_dir. Para saber mais sobre a HuggingFaceProcessor aula, consulte Hugging Face 
Estimator no SDK do Amazon Python. SageMaker

processador do framework MXNet

O Apache MXNet é um framework de machine learning de código aberto comumente usado para 
treinar e implantar redes neurais. O MXNetProcessor SDK do Amazon SageMaker Python 
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fornece a capacidade de executar trabalhos de processamento com scripts MXNet. Ao usar o
MXNetProcessor, você pode aproveitar um contêiner do Docker integrado na Amazon com um 
ambiente gerenciado pelo MXNet para não precisar trazer seu próprio contêiner.

O exemplo de código a seguir mostra como você pode usar o MXNetProcessor para executar sua 
tarefa de processamento usando uma imagem do Docker fornecida e mantida pela SageMaker. 
Observe que, ao executar o trabalho, você pode especificar um diretório contendo seus scripts 
e dependências no source_dir argumento e pode ter um requirements.txt arquivo 
localizado dentro do seu source_dir diretório que especifica as dependências dos seus scripts 
de processamento. SageMaker O processamento instala as dependências requirements.txt no 
contêiner para você.

from sagemaker.mxnet import MXNetProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the MXNetProcessor
mxp = MXNetProcessor( 
    framework_version='1.8.0', 
    py_version='py37', 
    role=get_execution_role(),  
    instance_count=1, 
    instance_type='ml.c5.xlarge', 
    base_job_name='frameworkprocessor-mxnet'
)

#Run the processing job
mxp.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input/data/' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput( 
            output_name='processed_data', 
            source='/opt/ml/processing/output/', 
            destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}' 
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        ) 
    ]
)

Se você tiver um arquivo requirements.txt, ele deverá ser uma lista das bibliotecas que 
você deseja instalar no contêiner. O caminho para source_dir pode ser um caminho de URI 
relativo, absoluto ou do Amazon S3. No entanto, se você usar um URI do Amazon S3, ele deverá 
apontar para um arquivo tar.gz. Você pode ter vários scripts no diretório que você especificar para
source_dir. Para saber mais sobre o MXNetProcessor curso, consulte MXNet Estimator no SDK 
do Amazon Python. SageMaker

PyTorch Processador de estrutura

PyTorch é uma estrutura de aprendizado de máquina de código aberto. O PyTorchProcessor SDK 
do Amazon SageMaker Python oferece a capacidade de executar trabalhos de processamento com 
scripts. PyTorch Ao usar oPyTorchProcessor, você pode aproveitar um contêiner Docker criado 
pela Amazon com um PyTorch ambiente gerenciado para não precisar trazer seu próprio contêiner.

O exemplo de código a seguir mostra como você pode usar o PyTorchProcessor para executar 
sua tarefa de processamento usando uma imagem do Docker fornecida e mantida pela SageMaker. 
Observe que, ao executar o trabalho, você pode especificar um diretório contendo seus scripts 
e dependências no source_dir argumento e pode ter um requirements.txt arquivo 
localizado dentro do seu source_dir diretório que especifica as dependências dos seus scripts 
de processamento. SageMaker O processamento instala as dependências requirements.txt no 
contêiner para você.

Para ver as PyTorch versões suportadas pelo SageMaker, consulte as imagens disponíveis do Deep 
Learning Container.

from sagemaker.pytorch.processing import PyTorchProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the PyTorchProcessor
pytorch_processor = PyTorchProcessor( 
    framework_version='1.8', 
    role=get_execution_role(), 
    instance_type='ml.m5.xlarge', 
    instance_count=1, 
    base_job_name='frameworkprocessor-PT'
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)

#Run the processing job
pytorch_processor.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput(output_name='data_structured', source='/opt/ml/processing/tmp/
data_structured', destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='train', source='/opt/ml/processing/output/train', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='validation', source='/opt/ml/processing/output/
val', destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='test', source='/opt/ml/processing/output/test', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}'), 
        ProcessingOutput(output_name='logs', source='/opt/ml/processing/logs', 
 destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}') 
    ]
)

Se você tiver um arquivo requirements.txt, ele deverá ser uma lista das bibliotecas que 
você deseja instalar no contêiner. O caminho para source_dir pode ser um caminho de URI 
relativo, absoluto ou do Amazon S3. No entanto, se você usar um URI do Amazon S3, ele deverá 
apontar para um arquivo tar.gz. Você pode ter vários scripts no diretório que você especificar para
source_dir. Para saber mais sobre a PyTorchProcessor classe, consulte PyTorch Estimator no 
SDK do Amazon Python SageMaker .

TensorFlow Processador de estrutura

TensorFlow é uma biblioteca de aprendizado de máquina e inteligência artificial de código aberto. 
O TensorFlowProcessor SDK do Amazon SageMaker Python oferece a capacidade de executar 
trabalhos de processamento com scripts. TensorFlow Ao usar oTensorFlowProcessor, você pode 
aproveitar um contêiner Docker criado pela Amazon com um TensorFlow ambiente gerenciado para 
não precisar trazer seu próprio contêiner.
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O exemplo de código a seguir mostra como você pode usar o TensorFlowProcessor para 
executar sua tarefa de processamento usando uma imagem do Docker fornecida e mantida pela 
SageMaker. Observe que, ao executar o trabalho, você pode especificar um diretório contendo seus 
scripts e dependências no source_dir argumento e pode ter um requirements.txt arquivo 
localizado dentro do seu source_dir diretório que especifica as dependências dos seus scripts 
de processamento. SageMaker O processamento instala as dependências requirements.txt no 
contêiner para você.

from sagemaker.tensorflow import TensorFlowProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the TensorFlowProcessor
tp = TensorFlowProcessor( 
    framework_version='2.3', 
    role=get_execution_role(), 
    instance_type='ml.m5.xlarge', 
    instance_count=1, 
    base_job_name='frameworkprocessor-TF', 
    py_version='py37'
)

#Run the processing job
tp.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input/data' 
        ), 
        ProcessingInput( 
            input_name='model', 
            source=f's3://{BUCKET}/{S3_PATH_TO_MODEL}', 
            destination='/opt/ml/processing/input/model' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput( 
            output_name='predictions', 
            source='/opt/ml/processing/output', 
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            destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}' 
        ) 
    ]
)

Se você tiver um arquivo requirements.txt, ele deverá ser uma lista das bibliotecas que 
você deseja instalar no contêiner. O caminho para source_dir pode ser um caminho de URI 
relativo, absoluto ou do Amazon S3. No entanto, se você usar um URI do Amazon S3, ele deverá 
apontar para um arquivo tar.gz. Você pode ter vários scripts no diretório que você especificar para
source_dir. Para saber mais sobre a TensorFlowProcessor classe, consulte TensorFlow 
Estimator no SDK do Amazon Python SageMaker .

Processador do framework do XGBoost

O XGBoost é um framework de machine learning de código aberto. O XGBoostProcessor SDK 
do Amazon SageMaker Python oferece a capacidade de executar trabalhos de processamento com 
scripts XGBoost. Ao usar o XGBoostProcessor, você pode aproveitar um contêiner Docker criado 
pela Amazon com um ambiente XGBoost gerenciado para não precisar trazer seu próprio contêiner.

O exemplo de código a seguir mostra como você pode usar o XGBoostProcessor para executar 
sua tarefa de processamento usando uma imagem do Docker fornecida e mantida pela SageMaker. 
Observe que, ao executar o trabalho, você pode especificar um diretório contendo seus scripts 
e dependências no source_dir argumento e pode ter um requirements.txt arquivo 
localizado dentro do seu source_dir diretório que especifica as dependências dos seus scripts 
de processamento. SageMaker O processamento instala as dependências requirements.txt no 
contêiner para você.

from sagemaker.xgboost import XGBoostProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker import get_execution_role

#Initialize the XGBoostProcessor
xgb = XGBoostProcessor( 
    framework_version='1.2-2', 
    role=get_execution_role(), 
    instance_type='ml.m5.xlarge', 
    instance_count=1, 
    base_job_name='frameworkprocessor-XGB',
)
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#Run the processing job
xgb.run( 
    code='processing-script.py', 
    source_dir='scripts', 
    inputs=[ 
        ProcessingInput( 
            input_name='data', 
            source=f's3://{BUCKET}/{S3_INPUT_PATH}', 
            destination='/opt/ml/processing/input/data' 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput( 
            output_name='processed_data', 
            source='/opt/ml/processing/output/', 
            destination=f's3://{BUCKET}/{S3_OUTPUT_PATH}' 
        ) 
    ]
)

Se você tiver um arquivo requirements.txt, ele deverá ser uma lista das bibliotecas que 
você deseja instalar no contêiner. O caminho para source_dir pode ser um caminho de URI 
relativo, absoluto ou do Amazon S3. No entanto, se você usar um URI do Amazon S3, ele deverá 
apontar para um arquivo tar.gz. Você pode ter vários scripts no diretório que você especificar para
source_dir. Para saber mais sobre a XGBoostProcessor classe, consulte XGBoost Estimator no
SDK do Amazon Python. SageMaker

Usar seu próprio código de processamento

É possível instalar bibliotecas para executar scripts em seu contêiner de processamento ou, 
em um cenário mais avançado, você pode criar um contêiner de processamento que atenda ao 
contrato para execução do Amazon SageMaker. Para obter mais informações sobre contêineres no 
SageMaker, consulte Use contêineres do Docker para criar modelos. Para obter uma especificação 
formal que define o contrato para um contêiner do Amazon SageMaker Processing, consulte Criar 
um contêiner de processamento (cenário avançado).

Tópicos

• Executar scripts com seu próprio contêiner de processamento

• Criar um contêiner de processamento (cenário avançado)
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Executar scripts com seu próprio contêiner de processamento

É possível usar scripts scikit-learn para pré-processar dados e avaliar modelos. Para ver como 
executar scripts scikit-learn para realizar essas tarefas, consulte o bloco de anotações de exemplo
Processamento scikit-learn. Esse notebook usa a classe ScriptProcessor para Python SDK do 
Amazon SageMaker para processamento.

O exemplo a seguir mostra um fluxo de trabalho geral para usar uma classe ScriptProcessor
com seu próprio contêiner de processamento. O fluxo de trabalho mostra como criar sua própria 
imagem, criar seu contêiner e usar uma classe ScriptProcessor para executar um script de pré-
processamento do Python com o contêiner. O trabalho de processamento processa seus dados de 
entrada e salva os dados processados no Amazon Simple Storage Service (Amazon S3).

Antes de usar os exemplos a seguir, você precisa ter seus próprios dados de entrada e um script 
Python preparado para processar seus dados. Para obter um exemplo guiado de ponta a ponta 
desse processo, consulte o caderno de amostra de Processamento scikit-learn.

1. Crie um diretório do Docker e adicione o Dockerfile usado para criar o contêiner de 
processamento. Instale pandas e scikit-learn nele. (Também é possível instalar suas próprias 
dependências com um comando RUN semelhante.)

mkdir docker

%%writefile docker/Dockerfile

FROM python:3.7-slim-buster

RUN pip3 install pandas==0.25.3 scikit-learn==0.21.3
ENV PYTHONUNBUFFERED=TRUE

ENTRYPOINT ["python3"]

2. Crie o contêiner usando o comando do Docker, crie um repositório do Amazon Elastic Container 
Registry (Amazon ECR) e envie a imagem para o Amazon ECR.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
region = boto3.Session().region_name
ecr_repository = 'sagemaker-processing-container'
tag = ':latest'
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processing_repository_uri = '{}.dkr.ecr.{}.amazonaws.com/{}'.format(account_id, 
 region, ecr_repository + tag)

# Create ECR repository and push docker image
!docker build -t $ecr_repository docker
!aws ecr get-login-password --region {region} | docker login --username AWS --
password-stdin {account_id}.dkr.ecr.{region}.amazonaws.com
!aws ecr create-repository --repository-name $ecr_repository
!docker tag {ecr_repository + tag} $processing_repository_uri
!docker push $processing_repository_uri

3. Configure o ScriptProcessor do SageMaker Python SDK para executar o script. Substitua
image_uri pelo URI da imagem que você criou e substitua role_arn pelo ARN para uma 
função AWS Identity and Access Management que tenha acesso ao seu bucket de destino do 
Amazon S3.

from sagemaker.processing import ScriptProcessor, ProcessingInput, ProcessingOutput

script_processor = ScriptProcessor(command=['python3'], 
                image_uri='image_uri', 
                role='role_arn', 
                instance_count=1, 
                instance_type='ml.m5.xlarge')

4. Execute o script. Substitua preprocessing.py pelo nome do seu próprio script de 
processamento do Python e substitua s3://path/to/my/input-data.csv pelo caminho do 
Amazon S3 para seus dados de entrada.

script_processor.run(code='preprocessing.py', 
                     inputs=[ProcessingInput( 
                        source='s3://path/to/my/input-data.csv', 
                        destination='/opt/ml/processing/input')], 
                     outputs=[ProcessingOutput(source='/opt/ml/processing/output/
train'), 
                               ProcessingOutput(source='/opt/ml/processing/output/
validation'), 
                               ProcessingOutput(source='/opt/ml/processing/output/
test')])
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O mesmo procedimento pode ser usado com qualquer outra biblioteca ou dependências do sistema. 
Você também pode usar imagens Docker existentes. Isso inclui imagens que você executa em outras 
plataformas, como o Kubernetes.

Criar um contêiner de processamento (cenário avançado)

Forneça ao Amazon SageMaker Processing uma imagem do Docker que tenha seu código e 
dependências para executar suas workloads de processamento de dados, engenharia de recursos e 
avaliação de modelos.

O exemplo a seguir de um Dockerfile cria um contêiner com as bibliotecas Python de scikit-learn e 
pandas que podem ser executados como um trabalho de processamento.

FROM python:3.7-slim-buster

# Install scikit-learn and pandas
RUN pip3 install pandas==0.25.3 scikit-learn==0.21.3

# Add a Python script and configure Docker to run it
ADD processing_script.py /
ENTRYPOINT ["python3", "/processing_script.py"]

Para ver um exemplo de script de processamento, consulte Introdução ao processamento do 
SageMaker.

Crie e carregue-a em um repositório do Amazon Elastic Container Registry (Amazon ECR) e 
carregue-a em um repositório do Amazon Elastic Container Registry (Amazon ECR) e garanta que 
sua função do SageMaker IAM possa extrair a imagem do Amazon ECR. Em seguida, você pode 
executar essa imagem no Amazon SageMaker Processing.

Como o Amazon SageMaker Processing executa a sua imagem de contêiner de 
processamento

O Amazon SageMaker Processing executa a imagem de contêiner de processamento de forma 
semelhante ao comando a seguir, em que AppSpecification.ImageUri é o URI Imagem do 
Amazon ECR especificada em uma operação CreateProcessingJob.

docker run [AppSpecification.ImageUri]

Esse comando executa o comando ENTRYPOINT configurado na imagem do Docker.

Criar seu próprio contêiner de processamento 2505

https://kubernetes.io/
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker_processing/basic_sagemaker_data_processing/basic_sagemaker_processing.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker_processing/basic_sagemaker_data_processing/basic_sagemaker_processing.ipynb


Amazon SageMaker Guia do Desenvolvedor

Também é possível substituir o comando do ponto de entrada na imagem ou fornecer 
argumentos da linha de comando ao comando do ponto de entrada usando os parâmetros
AppSpecification.ContainerEntrypoint e AppSpecification.ContainerArgument na 
solicitação CreateProcessingJob. Especificar esses parâmetros configura o Amazon SageMaker 
Processing para executar o contêiner semelhante como faz o comando a seguir.

 docker run --entry-point [AppSpecification.ContainerEntrypoint] 
 [AppSpecification.ImageUri] [AppSpecification.ContainerArguments]

Por exemplo, se você especificar o ContainerEntrypoint para ser [python3, -v, /
processing_script.py] na solicitação e CreateProcessingJob  e ContainerArguments
para ser [data-format, csv], o Amazon SageMaker Processing executa o contêiner com o 
comando a seguir.

 python3 -v /processing_script.py data-format csv 

Considere os seguintes detalhes ao criar o contêiner de processamento:

• O Amazon SageMaker Processing decide se o trabalho é concluído ou falha, dependendo do 
código de saída da execução do comando. Um trabalho de processamento será concluído se 
todos os contêineres de processamento forem encerrados com êxito, com um código de saída de 
0 e apresentará falha se algum dos contêineres for encerrado com um código de saída diferente 
de zero.

• O Amazon SageMaker Processing permite substituir o ponto de entrada do contêiner de 
processamento e definir argumentos da linha de comando da mesma forma que você pode 
fazer com a API do Docker. As imagens do Docker também podem configurar os argumentos 
do ponto de entrada e da linha de comando usando as instruções da CMD e de ENTRYPOINT. 
A maneira como os parâmetros de CreateProcessingJob, ContainerEntrypoint e do
ContainerArgument configuram o ponto de entrada e os argumentos de uma imagem do 
Docker espelha como o Docker substitui o ponto de entrada e os argumentos usando a API do 
Docker:

• Se nem ContainerEntrypoint nem ContainerArguments forem fornecidos, o Processing 
usará o padrão ENTRYPOINT ou a CMD na imagem.

• Se ContainerEntrypoint for fornecido, mas ContainerArguments não for, o Processing 
executa a imagem com o ponto de entrada fornecido e ignora o ENTRYPOINT e a CMD na 
imagem.
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• Se ContainerArguments for fornecido, mas ContainerEntrypoint não for, o Processing 
executa a imagem com o padrão ENTRYPOINT na imagem e com os argumentos fornecidos.

• Se ContainerEntrypoint e ContainerArguments forem fornecidos, o Processing executa 
a imagem com o ponto de entrada e os argumentos fornecidos, e ignorará o ENTRYPOINT e a 
CMD na imagem.

• Use a forma "exec" da instrução ENTRYPOINT no Dockerfile (ENTRYPOINT ["executable", 
"param1", "param2"]) em vez da forma "shell" (ENTRYPOINT command param1 param2). 
Isso permite que o contêiner de processamento receba sinais SIGINT e SIGKILL, que o 
Processing usa para interromper trabalhos de processamento com a API StopProcessingJob.

• /opt/ml e todos os seus subdiretórios são reservados pelo SageMaker. Ao criar a imagem de 
processamento do Docker, não coloque nenhum dado exigido pelo contêiner de processamento 
nesses diretórios.

• Se você planeja usar dispositivos de GPU, verifique se os contêineres são compatíveis com nvidia-
docker. Inclua somente o CUDA toolkit nos contêineres. Não empacote drivers NVIDIA com a 
imagem. Para obter mais informações sobre o nvidia-docker, consulte NVIDIA/nvidia-docker.

Como o Amazon SageMaker Processing configura entrada e saída para o contêiner de 
processamento.

Ao criar um trabalho de processamento usando a operação CreateProcessingJob, é possível 
especificar vários valores de ProcessingInput e ProcessingOutput.

Use o parâmetro ProcessingInput para especificar um URI do Amazon Simple Storage Service 
(Amazon S3) de onde fazer download de dados e um caminho no contêiner de processamento 
para o qual fazer download dos dados. O parâmetro ProcessingOutput configura um caminho 
no contêiner de processamento a partir do qual fazer upload dos dados e para onde no Amazon 
S3 fazer upload desses dados. Para ProcessingInput e ProcessingOutput, o caminho no 
contêiner de processamento deve começar com /opt/ml/processing/ .

Por exemplo, é possível criar um trabalho de processamento com um parâmetro ProcessingInput
que faça download dos dados de s3://your-data-bucket/path/to/input/csv/data em um
/opt/ml/processing/csv no contêiner de processamento e um parâmetro ProcessingOutput
que faça upload dos dados de /opt/ml/processing/processed_csv para s3://your-data-
bucket/path/to/output/csv/data. Seu trabalho de processamento faria a leitura dos dados 
de entrada e gravaria os dados de saída em /opt/ml/processing/processed_csv. Depois, faz 
o upload dos dados gravados nesse caminho para o local de saída do Amazon S3 especificado.
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Important

Links simbólicos (links simbólicos) não podem ser usados para carregar dados de saída no 
Amazon S3. Os links simbólicos não são seguidos ao fazer o upload dos dados de saída.

Como o Amazon SageMaker Processing fornece logs e métricas para o contêiner de 
processamento

Quando o contêiner de processamento grava em stdout ou stderr, o Processing salva a saída 
de cada contêiner de processamento e coloca a saída em logs do Amazon CloudWatch. Para obter 
informações sobre registro em log, consulte Registre SageMaker eventos da Amazon com a Amazon 
CloudWatch.

O Amazon SageMaker Processing também fornece métricas do CloudWatch para cada instância em 
execução no contêiner de processamento. Para obter informações sobre métricas, consulte Monitore 
a Amazon SageMaker com a Amazon CloudWatch.

Como o Amazon SageMaker Processing configura seu contêiner de processamento.

O Amazon SageMaker Processing fornece informações de configuração para o recipiente de 
processamento por meio de variáveis de ambiente e dois arquivos JSON — /opt/ml/config/
processingjobconfig.json e /opt/ml/config/resourceconfig.json — em locais 
predefinidos no contêiner.

Quando um trabalho de processamento é iniciado, ele usa as variáveis de ambiente que você 
especificou com o mapa de Environment na solicitação CreateProcessingJob. O arquivo /
opt/ml/config/processingjobconfig.json contém informações sobre os nomes de host dos 
contêineres de processamento e também é especificado na solicitação CreateProcessingJob.

O exemplo a seguir mostra o formato do arquivo /opt/ml/config/
processingjobconfig.json.

{ 
    "ProcessingJobArn": "<processing_job_arn>", 
    "ProcessingJobName": "<processing_job_name>", 
    "AppSpecification": { 
        "ImageUri": "<image_uri>", 
        "ContainerEntrypoint": null, 
        "ContainerArguments": null 
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    }, 
    "Environment": { 
        "KEY": "VALUE" 
    }, 
    "ProcessingInputs": [ 
        { 
            "InputName": "input-1", 
            "S3Input": { 
                "LocalPath": "/opt/ml/processing/input/dataset", 
                "S3Uri": "<s3_uri>", 
                "S3DataDistributionType": "FullyReplicated", 
                "S3DataType": "S3Prefix", 
                "S3InputMode": "File", 
                "S3CompressionType": "None", 
                "S3DownloadMode": "StartOfJob" 
            } 
        } 
    ], 
    "ProcessingOutputConfig": { 
        "Outputs": [ 
            { 
                "OutputName": "output-1", 
                "S3Output": { 
                    "LocalPath": "/opt/ml/processing/output/dataset", 
                    "S3Uri": "<s3_uri>", 
                    "S3UploadMode": "EndOfJob" 
                } 
            } 
        ], 
        "KmsKeyId": null 
    }, 
    "ProcessingResources": { 
        "ClusterConfig": { 
            "InstanceCount": 1, 
            "InstanceType": "ml.m5.xlarge", 
            "VolumeSizeInGB": 30, 
            "VolumeKmsKeyId": null 
        } 
    }, 
    "RoleArn": "<IAM role>", 
    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 86400 
    }
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}

O arquivo /opt/ml/config/resourceconfig.json contém informações sobre os nomes de 
host dos contêineres de processamento. Use nomes de host a seguir ao criar ou executar código de 
processamento distribuído.

{ 
  "current_host": "algo-1", 
  "hosts": ["algo-1","algo-2","algo-3"]
}

Não use as informações sobre nomes de host contidos no /etc/hostname ou no /etc/hosts
porque elas podem estar incorretas.

As informações do nome do host podem não estar imediatamente disponíveis para o contêiner 
de processamento. Recomendamos adicionar uma política de nova tentativa em operações de 
resolução de nomes de host à medida que os nós se tornarem disponíveis no cluster.

Salvar e acessar informações de metadados sobre seu trabalho de processamento

Para salvar metadados do contêiner de processamento depois de sair dele, os contêineres podem 
gravar texto codificado em UTF-8 no arquivo /opt/ml/output/message. Depois que o trabalho 
de processamento entrar em qualquer status terminal ("Completed", "Stopped" ou "Failed"), o 
campo "ExitMessage" em DescribeProcessingJob conterá o primeiro 1 KB desse arquivo. 
Acesse essa parte inicial do arquivo com uma chamada para DescribeProcessingJob, que a 
retornará pelo parâmetro ExitMessage. Por exemplo, para trabalhos de processamento com falha, 
é possível usar esse campo para comunicar por que houve falha no contêiner de processamento.

Important

Não grave dados confidenciais no arquivo /opt/ml/output/message.

Se os dados neste arquivo não estiverem codificados em UTF-8, haverá falha no trabalho e um
ClientError será retornado. Se vários contêineres forem encerrados com uma ExitMessage,, o 
conteúdo da ExitMessage de cada contêiner de processamento será concatenado e truncado para 
1 KB.
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Execute seu contêiner de processamento usando o SageMaker Python SDK

É possível usar o SageMaker Python SDK para executar sua própria imagem de processamento 
usando a classe Processor. O exemplo a seguir mostra como executar seu próprio contêiner de 
processamento com uma entrada do Amazon Simple Storage Service (Amazon S3) e uma saída 
para o Amazon S3.

from sagemaker.processing import Processor, ProcessingInput, ProcessingOutput

processor = Processor(image_uri='<your_ecr_image_uri>', 
                     role=role, 
                     instance_count=1, 
                     instance_type="ml.m5.xlarge")

processor.run(inputs=[ProcessingInput( 
                        source='<s3_uri or local path>', 
                        destination='/opt/ml/processing/input_data')], 
                    outputs=[ProcessingOutput( 
                        source='/opt/ml/processing/processed_data', 
                        destination='<s3_uri>')], 
                    )

Em vez de criar o código de processamento na imagem de processamento, é possível fornecer um
ScriptProcessor com sua imagem e o comando que deseja executar com o código que deseja 
executar dentro desse contêiner. Para ver um exemplo, consulte Executar scripts com seu próprio 
contêiner de processamento.

Também é possível usar a imagem scikit-learn que o Amazon SageMaker Processing fornece por 
meio de SKLearnProcessor para executar scripts scikit-learn. Para ver um exemplo, consulte
Processamento de recursos com scikit-learn.
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Crie, armazene e compartilhe recursos com a Amazon 
SageMaker Feature Store

O processo de desenvolvimento de machine learning (ML) geralmente começa com a extração de 
sinais de dados, também conhecidos como atributos, dos dados para treinar modelos de ML. A 
Amazon SageMaker Feature Store facilita que cientistas de dados, engenheiros de aprendizado de 
máquina e clínicos gerais criem, compartilhem e gerenciem recursos para o desenvolvimento de ML. 
O Feature Store acelera esse processo reduzindo o trabalho repetitivo de processamento e curadoria 
de dados necessário para converter dados brutos em atributos para treinar um algoritmo de ML.

Além disso, a lógica de processamento dos seus dados é criada apenas uma vez, e os atributos 
gerados são usados para treinamento e inferência, reduzindo a assimetria do serviço de treinamento. 
O Feature Store é um repositório centralizado de recursos e metadados associados para que os 
atributos possam ser facilmente descobertos e reutilizados. Você pode criar um armazenamento 
online ou off-line. O armazenamento on-line é usado para casos de uso de inferência em tempo real 
de baixa latência, e o armazenamento offline é usado para treinamento e inferência em lote.   

O diagrama a seguir mostra como você pode usar o Feature Store como parte do seu pipeline de 
machine learning. Primeiro, você lê seus dados brutos e os processa. Você pode ingerir dados via 
streaming para o armazenamento online e offline, ou em lotes diretamente para o armazenamento 
offline. Primeiro, você cria um FeatureGroup e o configura em um armazenamento online ou 
offline, ou ambos. Em seguida, você pode ingerir dados em seu FeatureGroup e armazená-los 
em seu armazém. O FeatureGroup é um grupo de atributos definido por meio de um esquema no 
Feature Store para descrever um registro.

O armazenamento online foi projetado principalmente para oferecer suporte a previsões em tempo 
real que precisam de leituras de baixa latência de milissegundos e gravações de alta taxa de 
transferência. O armazenamento offline é destinado principalmente para previsões em lote e 
treinamento de modelos. O armazenamento offline é um armazenamento somente para anexos e 
pode ser usado para armazenar e acessar dados históricos de atributos. O armazenamento offline 
pode ajudar você a armazenar e oferecer atributos para exploração e treinamento de modelos. O 
armazenamento on-line retém somente os dados de atributos mais recentes. Os grupos de atributos 
são mutáveis e podem evoluir seu esquema após a criação.
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Como funciona o Feature Store

No Feature Store, os recursos são armazenados em uma coleção chamada grupo de atributos. Você 
pode visualizar um grupo de atributos como uma tabela na qual cada coluna é um atributo, com um 
identificador exclusivo para cada linha. Em princípio, um grupo de atributos é composto por atributos 
e valores específicos para cada atributo. Um Record é uma coleção de valores para atributos que 
correspondem a um RecordIdentifier único. Ao todo, o FeatureGroup é um grupo de atributos 
definidos em seu FeatureStore para descrever um Record. 

Você pode usar o Feature Store nos seguintes modos: 

• Online – No modo on-line, os atributos são lidos com leituras de baixa latência (milissegundos) e 
usados para previsões de alta taxa de transferência. Esse modo exige que um grupo de atributos 
seja armazenado em um armazenamento on-line. 

• Offline – No modo offline, grandes fluxos de dados são enviados para um armazenamento offline, 
que pode ser usado para treinamento e inferência em lote. Esse modo exige que um grupo de 
atributos seja armazenado em um armazenamento offline. O armazenamento offline usa seu 
bucket do S3 para armazenamento e também pode buscar dados usando consultas Athena. 

• Online e offline – Incluem os modos online e offline.

Você pode ingerir dados em grupos de atributos no Feature Store de duas maneiras: streaming ou 
em lotes. Quando você ingere dados por meio de streaming, uma coleção de registros é enviada 
para o Feature Store chamando uma chamada de API PutRecord síncrona. Essa API permite que 
você mantenha os valores de atributos mais recentes no Feature Store e envie novos valores de 
atributos assim que uma atualização for detectada.
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Como alternativa, o Feature Store pode processar e ingerir dados em lotes. Você pode criar recursos 
usando o Amazon SageMaker Data Wrangler, criar grupos de recursos no Feature Store e ingerir 
recursos em lotes usando um trabalho de SageMaker processamento com um notebook exportado 
do Data Wrangler. Esse modo permite a ingestão em lote no armazenamento offline. Ele também 
suporta a ingestão no armazenamento on-line se o grupo de atributos estiver configurado para uso 
online e offline. 

Criar grupo de atributos
Para ingerir atributos no Feature Store, você deve primeiro definir o grupo de atributos e as 
definições do atributo (nome do atributo e tipo de dados) para todos os atributos que pertencem 
ao grupo de atributos. Após serem criados, os grupos de atributos são mutáveis e podem evoluir 
seu esquema. Os nomes dos grupos de atributos são exclusivos em uma Região da AWS e Conta 
da AWS. Ao criar um grupo de atributos , você também pode criar os metadados para o grupo de 
atributos, como uma breve descrição, configuração de armazenamento, atributos para identificar 
cada registro e o horário do evento, bem como tags para armazenar informações como autor, fonte 
de dados, versão e muito mais.

Important

Nomes ou metadados associados do FeatureGroup, como descrição ou tags, não devem 
conter nenhuma informação de identificação pessoal (PII) ou informação confidencial.

Encontrar, descobrir e compartilhar atributos
Depois de criar um grupo de atributos no Feature Store, outros usuários autorizados do Feature 
Store podem compartilhá-lo e descobri-lo. Os usuários podem navegar por uma lista de todos os 
grupos de atributos no Feature Store ou descobrir grupos de atributos existentes pesquisando por 
nome do grupo de atributos, descrição, nome do identificador de registro, data de criação e tags. 

Inferência em tempo real para atributos armazenados no 
armazenamento on-line 
Com o Feature Store, você pode enriquecer seus atributos armazenados no armazenamento on-line 
em tempo real com dados de uma fonte de streaming (dados de fluxo limpo de outro aplicativo) e 
fornecer os atributos com baixa latência de milissegundos para inferência em tempo real. 
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Você também pode realizar junções entre diferentes FeatureGroups para inferência em tempo real 
consultando dois FeatureGroups diferentes no aplicativo cliente. 

Armazenamento offline para treinamento de modelos e inferência 
em lote

O Feature Store fornece armazenamento offline para valores de atributos em seu bucket do S3. Seus 
dados são armazenados no bucket do S3 usando um esquema de prefixos com base no horário 
do evento. O armazenamento offline é um armazenamento somente para anexos, permitindo que 
o Feature Store mantenha um registro histórico de todos os valores dos atributos. Os dados são 
armazenados no armazenamento offline no formato Parquet para armazenamento otimizado e 
acesso às consultas.

Você pode consultar, explorar e visualizar recursos usando o Data Wrangler no console.  O Feature 
Store suporta a combinação de dados para produzir, treinar, validar e testar conjuntos de dados, 
além de permitir que você extraia dados em diferentes momentos.

Ingestão de dados de atributos

Os pipelines de geração de atributos podem ser criados para processar grandes lotes (1 milhão de 
linhas de dados ou mais) ou pequenos lotes e para gravar dados de atributos no armazenamento 
offline ou online. Fontes de streaming, como Transmissão gerenciada para Apache Kafka da Amazon 
ou Amazon Kinesis, também podem ser usados como fontes de dados das quais os atributos são 
extraídos e enviados diretamente ao armazenamento on-line para treinamento, inferência ou criação 
de atributos. 

Você pode enviar registros para o Feature Store chamando a chamada de API PutRecord síncrona. 
Como essa é uma chamada de API síncrona, ela permite que pequenos lotes de atualizações 
sejam enviados em uma única chamada de API. Isso permite que você mantenha um alto nível de 
atualização dos valores do atributo e publique os valores assim que uma atualização for detectada. 
Esses também são chamados de atributos de streaming. 

Quando os dados do atributo são ingeridos e atualizados, o Feature Store armazena dados históricos 
de todos os atributos no armazenamento offline. Para ingestão em lote, você pode extrair valores 
de atributos do seu bucket do S3 ou usar o Athena para fazer consultas. Você também pode usar o 
Data Wrangler para processar e criar novos atributos que podem ser exportados para um bucket S3 
escolhido para serem acessados pelo Feature Store. Para ingestão em lote, você pode configurar um 
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trabalho de processamento para ingerir em lote seus dados no Feature Store ou extrair valores de 
atributos do seu bucket do S3 usando o Athena. 

Para remover um Record do seu armazenamento on-line, use a chamada de API DeleteRecord. 
Isso também adicionará o registro excluído ao armazenamento offline.

Resiliência no Feature Store

O Feature Store é distribuído em várias zonas de disponibilidade (AZs). Uma AZ é um local isolado 
dentro de uma Região da AWS. Se algumas AZs falharem, o Feature Store poderá usar outras AZs. 
Para obter mais informações sobre AZs, consulte Resiliência na Amazon SageMaker.

Comece a usar a Amazon SageMaker Feature Store

Os tópicos a seguir fornecem informações sobre o uso da Amazon SageMaker Feature Store. 
Primeiro, aprenda os conceitos da Feature Store, depois como gerenciar permissões para usar 
a Feature Store, como criar e usar grupos de recursos usando o Studio Classic, o Jupyter ou o 
JupyterLab notebook, como usar a Feature Store usando a interface do usuário por meio do console 
e como excluir grupos de recursos usando o console e. AWS SDK for Python (Boto3)

As instruções sobre como usar a Feature Store por meio do console dependem de você ter habilitado 
o Studio ou o Studio Classic como sua experiência padrão. Para obter informações sobre como 
acessar o Studio Classic, consulteInicie o Studio Classic usando o Amazon SageMaker Console.

Tópicos

• Conceitos do Feature Store

• Adicionar políticas ao seu perfil do IAM

• Usar o Feature Store com o SDK para Python (Boto3)

• Usando a Amazon SageMaker Feature Store no console

• Excluir um grupo de atributos

Conceitos do Feature Store

Listamos termos comuns usados na Amazon SageMaker Feature Store, seguidos por diagramas de 
exemplo para visualizar alguns conceitos:
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• Feature Store: camada de gerenciamento de dados e armazenamento para atributos de machine 
learning (ML). Serve como a única fonte confiável para armazenar, recuperar, remover, rastrear, 
compartilhar, descobrir e controlar o acesso aos atributos. No diagrama de exemplo a seguir, o 
Feature Store é um armazenamento para seus grupos de atributos, que contém seus dados de ML 
e fornece serviços adicionais.

• Armazenamento on-line: armazenamento de baixa latência e alta disponibilidade para um grupo 
de atributos que permite a pesquisa de registros em tempo real. O armazenamento on-line permite 
acesso rápido ao registro mais recente por meio da API GetRecord.

• Armazenamento off-line: armazena dados históricos em seu bucket do Amazon S3. O 
armazenamento off-line é usado quando leituras de baixa latência (menos de um segundo) não 
são necessárias. Por exemplo, o armazenamento off-line pode ser usado quando você deseja 
armazenar e oferecer atributos para exploração, treinamento de modelos e inferência em lote.

• Grupo de atributos: principal recurso do Feature Store que contém os dados e metadados usados 
para treinamento ou previsão com um modelo de ML. Um grupo de atributos é um agrupamento 
lógico de atributos usados para descrever registros. No diagrama de exemplo a seguir, um grupo 
de atributos contém seus dados de ML.

• Atributo: uma propriedade que é usada como uma das entradas para treinar ou prever usando seu 
modelo de ML. Na API do Feature Store, um atributo é um recurso de um registro. No diagrama de 
exemplo a seguir, um grupo de atributos descreve uma coluna em sua tabela de dados de ML.

• Definição de atributo: consiste em um nome e um dos tipos de dados: integral, string ou 
fracionário. Um grupo de atributos contém uma lista de definições de atributos. Para obter mais 
informações sobre tipos de dados do Feature Store, consulte Tipos de dados.

• Registro: coleção de valores para atributos para um único identificador de registro. Uma 
combinação de valores de identificador de registro e horário do evento identifica exclusivamente 
um registro dentro de um grupo de atributos. No diagrama de exemplo a seguir, um registro é uma 
linha em sua tabela de dados de ML.

• Nome do identificador do registro: o nome do identificador do registro é o nome do atributo que 
identifica os registros. Ele deve se referir a um dos nomes de um atributo definido nas definições 
de atributo do grupo de atributos. Cada grupo de atributos é definido com um nome do identificador 
de registro.

• Horário do evento: carimbo de data/hora que você fornece correspondente à data em que o evento 
de registro ocorreu. Todos os registros no grupo de atributos devem ter um horário de evento 
correspondente. O armazenamento on-line contém apenas o registro correspondente ao horário 
do evento mais recente, enquanto o armazenamento off-line contém todos os registros históricos. 
Para obter mais informações sobre os formatos de horário do evento, consulte Tipos de dados.
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• Ingestão: adição de novos registros a um grupo de atributos. Normalmente, a ingestão é obtida por 
meio da API PutRecord.

Tópicos

• Diagrama de visão geral dos conceitos

• Diagramas de ingestão

Diagrama de visão geral dos conceitos

O diagrama de exemplo a seguir conceitua alguns conceitos do Feature Store:

O Feature Store contém seus grupos de atributos e um grupo de atributos contém seus dados de 
ML. No diagrama de exemplo, o grupo de atributos original contém uma tabela de dados com três 
atributos (cada um descrevendo uma coluna) e dois registros (linhas).

• A definição de um atributo descreve o nome do atributo e o tipo de dados dos valores do atributo 
associados aos registros.
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• Um registro contém os valores do atributo e é identificado exclusivamente por seu identificador de 
registro e deve incluir o horário do evento.

Diagramas de ingestão

A ingestão é a ação de adicionar um registro ou registros a um grupo de atributos existente. As lojas 
on-line e off-line são atualizadas de forma diferente para diferentes casos de uso de armazenamento.

Exemplo de ingestão no armazenamento on-line

A loja online funciona como uma pesquisa em tempo real dos registros e mantém apenas a maioria 
dos up-to-date registros. Depois que um registro é inserido em uma loja virtual existente, a loja virtual 
atualizada só manterá o registro com a hora mais recente do evento.

No diagrama de exemplo a seguir, a loja virtual original contém uma tabela de dados de ML com um 
registro. Um registro é ingerido com o mesmo nome de identificador do registro original, e o registro 
ingerido tem um horário de evento anterior ao registro original. Como a loja virtual atualizada só 
mantém o registro com a hora do evento mais recente, a loja virtual atualizada contém o registro 
original.
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Exemplo de ingestão no armazenamento offline
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O armazenamento off-line atua como uma consulta histórica dos registros e mantém todos os 
registros. Depois que um novo registro for ingerido em um armazenamento off-line existente, o 
armazenamento off-line atualizado manterá o novo registro.

No diagrama de exemplo a seguir, a loja off-line original contém uma tabela de dados de ML com 
um registro. Um registro é ingerido com o mesmo nome de identificador do registro original, e o 
registro ingerido tem um horário de evento anterior ao registro original. Como a loja off-line atualizada 
mantém todos os registros, a loja off-line atualizada contém os dois registros.
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Adicionar políticas ao seu perfil do IAM

Para começar a usar a Amazon SageMaker Feature Store, você deve ter uma função e adicionar 
a política necessária à sua função,AmazonSageMakerFeatureStoreAccess. Veja a seguir um 
passo a passo sobre como visualizar as políticas anexadas a uma função e como adicionar uma 
política à sua função. Para obter informações sobre como criar um perfil, consulte SageMaker 
Funções. Para obter informações sobre como obter sua função de execução, consulteObtenha um 
perfil de execução.

1. Abra o console IAM em https://console.aws.amazon.com/iam/.

2. No painel de navegação do console do IAM à esquerda, escolha Perfis.

3. Na barra de pesquisa, insira a função que você está usando para a Amazon SageMaker Feature 
Store.

Para obter exemplos de como encontrar o ARN da função de execução para um notebook 
interno SageMaker, consulte. Obtenha um perfil de execução A função está no final do ARN da 
função de execução.

4. Depois de inserir a função na barra de pesquisa, escolha a função.

Em Políticas de permissões, você pode ver as políticas anexadas à função.

5. Depois de escolher a função, escolha Adicionar permissões e escolha Anexar políticas.

6. Na barra de pesquisa, em Outras políticas de permissões, digite
AmazonSageMakerFeatureStoreAccess e pressione enter. Se a política não aparecer, 
talvez você já tenha a política anexada, listada em suas Políticas de permissões atuais.

7. Depois de pressionar enter, marque a caixa de seleção ao lado da política e escolha Adicionar 
permissões.

8. Depois de anexar a política à sua função, a política aparecerá em Políticas de permissões para 
seu perfil do IAM.

Usar o Feature Store com o SDK para Python (Boto3)

O grupo de recursos é o principal recurso da Feature Store que contém seus dados e metadados 
de aprendizado de máquina (ML) armazenados na Amazon SageMaker Feature Store. Um grupo 
de recursos é um agrupamento lógico de recursos e registros. A definição de um grupo de atributos 
é composta por configurações para seu armazenamento on-line e offline e uma lista de definições 
de atributos que são usados para descrever os valores de seus registros. As definições do atributo 
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devem incluir um nome de identificador de registro e um nome de horário do evento. Para obter mais 
informações sobre conceitos de arquivo de atributos, consulte Conceitos do Feature Store.

Antes de usar um arquivo de atributos, você normalmente carrega seu conjunto de dados, executa 
transformações e configura seus atributos para ingestão. Esse processo tem muitas variações e 
depende muito dos seus dados. O código de exemplo nos tópicos a seguir se refere aos notebooks 
de exemplo Introdução à Feature Store e Detecção de Fraudes com a Amazon SageMaker Feature 
Store, respectivamente. Ambos usam o AWS SDK for Python (Boto3). Para obter mais exemplos e 
recursos da Feature Store, consulteRecursos da Amazon SageMaker Feature Store.

O Feature Store suporta os seguintes tipos de recursos:String, Fractional (valor de ponto 
flutuante IEEE de 64 bits) e Integral (valor integral assinado Int64 - 64 bits). O tipo de padrão é 
definido como String. Isso significa que, se uma coluna em seu conjunto de dados não for do tipo 
de atributo float ou long, o padrão será String em seu arquivo de atributos.

Você pode usar um esquema para descrever as colunas e os tipos de dados dos seus dados. 
Você passa esse esquema para FeatureDefinitions, um parâmetro obrigatório para o
FeatureGroup. É possível usar o SDK para Python (Boto3), que tem detecção automática de tipo 
de dados quando você usa a função load_feature_definitions.

O comportamento padrão quando um novo registro de atributo é adicionado com uma ID de 
registro já existente é o seguinte. No armazenamento off-line, o novo registro será anexado. No 
armazenamento on-line, se o horário do evento do novo registro for menor que o horário do evento 
existente, nada acontecerá, mas se o horário do evento do novo registro for maior ou igual ao horário 
do evento existente, o registro será sobrescrito.

Ao criar um novo grupo de atributos, você pode escolher um dos seguintes formatos de tabela:

• AWS Glue (padrão)

• Apache Iceberg

A ingestão de dados, especialmente durante o streaming, pode resultar em um grande número 
de arquivos pequenos depositados no armazenamento offline. Isso pode afetar negativamente 
o desempenho da consulta devido ao maior número de operações de arquivo necessárias. Para 
evitar possíveis problemas de desempenho, use o formato de tabela Apache Iceberg ao criar novos 
grupos de atributos. Com o Iceberg, você pode compactar os pequenos arquivos de dados em 
menos arquivos grandes na partição, resultando em consultas significativamente mais rápidas. Essa 
operação de compactação é simultânea e não afeta as operações contínuas de leitura e gravação no 
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grupo de atributos. Se você escolher a opção Iceberg ao criar novos grupos de recursos, a Amazon 
SageMaker Feature Store criará as tabelas Iceberg usando o formato de arquivo Parquet e registrará 
as tabelas com o. AWS Glue Data Catalog

Important

Observe que, para grupos de atributos no formato de tabela Iceberg, você deve especificar
String como o valor do horário do evento. Se você especificar qualquer outro tipo, não 
poderá criar o grupo de atributos com êxito.

A seguir, listamos alguns recursos gerenciados do Feature Store disponíveis.

Tópicos

• Introdução ao bloco de anotações de exemplo do Feature Store

• Detecção de fraudes com o bloco de anotações de exemplo do Feature Store

Introdução ao bloco de anotações de exemplo do Feature Store

O código de exemplo nesta página se refere ao bloco de anotações de exemplo Introdução ao 
Feature Store. Recomendamos que você execute esse notebook no Studio Classic, em instâncias 
de notebook ou JupyterLab porque o código neste guia é conceitual e não é totalmente funcional se 
copiado.

Use o seguinte para clonar o amazon-sagemaker-examples GitHub repositório aws/, contendo o 
notebook de exemplo:

• Para Studio Classic

Inicie o Studio Classic. Você pode abrir o Studio Classic se o Studio ou o Studio Classic estiverem 
habilitados como sua experiência padrão. Para obter instruções sobre como abrir o Studio Classic, 
consulteInicie o Studio Classic usando o Amazon SageMaker Console.

Clone o amazon-sagemaker-examples GitHub repositório aws/ no Studio Classic seguindo as 
etapas em. Clone um repositório SageMaker Git no Studio Classic

• Para instâncias de SageMaker notebooks da Amazon

Execute a instância do SageMaker notebook seguindo as instruções emAcessar instâncias de 
caderno.
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Verifique se os exemplos já estão em seus cadernos seguindo as instruções emBlocos de 
anotações de exemplo. Caso contrário, siga as instruções emAdicione um repositório Git à sua 
conta Amazon SageMaker .

Agora que você tem os cadernos de SageMaker exemplo, navegue até o amazon-sagemaker-
examples/sagemaker-featurestore diretório e abra o caderno de exemplo de Introdução ao 
Feature Store.

Etapa 1: configurar sua SageMaker sessão

Para começar a usar a Feature Store, crie uma SageMaker sessão. Em seguida, configure o bucket 
do Amazon Simple Storage Service (Amazon S3) que você deseja usar para seus recursos. O bucket 
do Amazon S3 é seu armazenamento offline. O código a seguir usa o bucket SageMaker padrão e 
adiciona um prefixo personalizado a ele.

Note

A função que você usa para executar esse bloco de anotações deve ter 
as seguintes políticas gerenciadas anexadas: AmazonS3FullAccess e
AmazonSageMakerFeatureStoreAccess. Para obter informações sobre como adicionar 
políticas à sua função do IAM, consulteAdicionar políticas ao seu perfil do IAM.

# SageMaker Python SDK version 2.x is required
import sagemaker
import sys

import boto3
import pandas as pd
import numpy as np
import io
from sagemaker.session import Session
from sagemaker import get_execution_role

prefix = 'sagemaker-featurestore-introduction'
role = get_execution_role()

sagemaker_session = sagemaker.Session()
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region = sagemaker_session.boto_region_name
s3_bucket_name = sagemaker_session.default_bucket()

Etapa 2: inspecionar seus dados

Neste exemplo de notebook, ingerimos dados sintéticos do GitHub repositório que hospeda o 
notebook completo.

customer_data = pd.read_csv("data/feature_store_introduction_customer.csv")
orders_data = pd.read_csv("data/feature_store_introduction_orders.csv")

print(customer_data.head())
print(orders_data.head())

O diagrama a seguir ilustra as etapas pelas quais os dados passam antes que a Feature Store os 
ingira. Neste caderno, ilustramos o caso de uso em que você tem dados de várias fontes e deseja 
armazená-los de forma independente em um Feature Store. Nosso exemplo considera dados de um 
data warehouse (dados do cliente) e dados de um serviço de streaming em tempo real (dados do 
pedido).
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Etapa 3: criar grupos de atributos

Primeiro, começamos criando nomes de grupos de atributos para customer_data e 
orders_data. Depois disso, criamos dois grupos de recursos, um para customer_data e outro 
paraorders_data:

import time
from time import strftime, gmtime
customers_feature_group_name = 'customers-feature-group-' + strftime('%d-%H-%M-%S', 
 gmtime())
orders_feature_group_name = 'orders-feature-group-' + strftime('%d-%H-%M-%S', gmtime())

Instancie um FeatureGroup objeto para customers_data e: orders_data

from sagemaker.feature_store.feature_group import FeatureGroup

customers_feature_group = FeatureGroup( 
    name=customers_feature_group_name, sagemaker_session=sagemaker_session
)
orders_feature_group = FeatureGroup( 
    name=orders_feature_group_name, sagemaker_session=sagemaker_session
)

import time
current_time_sec = int(round(time.time()))
record_identifier_feature_name = "customer_id"

Anexe um atributo EventTime ao seu quadro de dados. Esse parâmetro é obrigatório e marca a 
data e hora de cada ponto de dados:

customer_data["EventTime"] = pd.Series([current_time_sec]*len(customer_data), 
 dtype="float64")
orders_data["EventTime"] = pd.Series([current_time_sec]*len(orders_data), 
 dtype="float64")

Carregue as definições de recursos em seu grupo de recursos:

customers_feature_group.load_feature_definitions(data_frame=customer_data)
orders_feature_group.load_feature_definitions(data_frame=orders_data)
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As seguintes chamadas create para criar dois grupos de recursos customers_feature_group
eorders_feature_group, respectivamente:

customers_feature_group.create( 
    s3_uri=f"s3://{s3_bucket_name}/{prefix}", 
    record_identifier_name=record_identifier_feature_name, 
    event_time_feature_name="EventTime", 
    role_arn=role, 
    enable_online_store=True
)

orders_feature_group.create( 
    s3_uri=f"s3://{s3_bucket_name}/{prefix}", 
    record_identifier_name=record_identifier_feature_name, 
    event_time_feature_name="EventTime", 
    role_arn=role, 
    enable_online_store=True
)

Para confirmar que seu grupo de recursos foi criado, nós o exibimos usando
DescribeFeatureGroup ListFeatureGroups APIs:

customers_feature_group.describe()

orders_feature_group.describe()

sagemaker_session.boto_session.client('sagemaker', 
 region_name=region).list_feature_groups() # We use the boto client to list 
 FeatureGroups

Etapa 4: ingerir dados em um grupo de atributos

Depois que os grupos de recursos são criados, podemos colocar dados neles. Se você estiver 
usando o SageMakerAWS SDK for Python (Boto3), use a chamada de ingest API. Se você estiver 
usando o SDK for Python (Boto3), use a API. PutRecord Levará menos de 1 minuto para ingerir 
dados em ambas as opções. Este exemplo usa o SageMaker SDK para Python (Boto3), então ele 
usa a chamada de API: ingest

def check_feature_group_status(feature_group): 
    status = feature_group.describe().get("FeatureGroupStatus") 
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    while status == "Creating": 
        print("Waiting for Feature Group to be Created") 
        time.sleep(5) 
        status = feature_group.describe().get("FeatureGroupStatus") 
    print(f"FeatureGroup {feature_group.name} successfully created.")

check_feature_group_status(customers_feature_group)
check_feature_group_status(orders_feature_group)

customers_feature_group.ingest( 
    data_frame=customer_data, max_workers=3, wait=True
)

orders_feature_group.ingest( 
    data_frame=orders_data, max_workers=3, wait=True
)

Usando um ID de registro de cliente arbitrário, 573291, usamos get_record para verificar se os 
dados foram ingeridos no grupo de atributos.

customer_id = 573291
sample_record = sagemaker_session.boto_session.client('sagemaker-featurestore-runtime', 
 region_name=region).get_record(FeatureGroupName=customers_feature_group_name, 
 RecordIdentifierValueAsString=str(customer_id))

print(sample_record)

A seguir, demonstramos como usar o batch_get_record para obter um lote de registros.

all_records = sagemaker_session.boto_session.client( 
    "sagemaker-featurestore-runtime", region_name=region
).batch_get_record( 
    Identifiers=[ 
        { 
            "FeatureGroupName": customers_feature_group_name, 
            "RecordIdentifiersValueAsString": ["573291", "109382", "828400", "124013"], 
        }, 
        { 
            "FeatureGroupName": orders_feature_group_name, 
            "RecordIdentifiersValueAsString": ["573291", "109382", "828400", "124013"], 
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        }, 
    ]
)

print(all_records)

Etapa 5: limpar

Aqui, removemos os grupos de recursos que criamos.

customers_feature_group.delete()
orders_feature_group.delete()

Etapa 6: próximas etapas

Neste exemplo de caderno de anotações, você aprendeu como começar a usar o Feature Store, criar 
grupos de recursos e ingerir dados neles.

Para ver um exemplo avançado de como usar a Feature Store para um caso de uso de detecção de 
fraudes, consulte Detecção de fraudes com a Feature Store.

Etapa 7: exemplos de código para programadores

Neste bloco de anotações, usamos uma variedade de chamadas de API diferentes. A maioria 
deles é acessível por meio do SDK do SageMaker Python, mas alguns só existem no Boto3. 
Você pode invocar as chamadas da API do SDK do SageMaker Python diretamente nos objetos 
da Feature Store, enquanto para invocar as chamadas de API que existem no Boto3, você deve 
primeiro acessar um cliente do Boto3 por meio do Boto3 e das sessões: por exemplo,. SageMaker
sagemaker_session.boto_session.client()

Veja a seguir uma lista de chamadas de API para esse notebook. Essas chamadas existem dentro 
do SDK for Python e existem no Boto3, para sua referência:

Chamadas de API do SDK para Python (Boto3)

describe()
ingest()
delete()
create()
load_feature_definitions()
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Chamadas da API do Boto3

list_feature_groups()
get_record()

Detecção de fraudes com o bloco de anotações de exemplo do Feature Store

O código de exemplo nesta página se refere ao caderno de exemplo: Detecção de fraudes com a 
Amazon SageMaker Feature Store. Recomendamos que você execute esse notebook no Studio 
Classic, em instâncias de notebook ou no Jupyter, Lab pois o código neste guia é conceitual e não é 
totalmente funcional se copiado.

Use o seguinte para clonar o amazon-sagemaker-examples GitHub repositório aws/, contendo o 
notebook de exemplo.

• Para Studio Classic

Primeiro lançamento do Studio Classic. Você pode abrir o Studio Classic se o Studio ou o 
Studio Classic estiverem habilitados como sua experiência padrão. Para abrir o Studio Classic, 
consulteInicie o Studio Classic usando o Amazon SageMaker Console.

Clone o amazon-sagemaker-examples GitHub repositório aws/ no Studio Classic seguindo as 
etapas em. Clone um repositório SageMaker Git no Studio Classic

• Para instâncias de SageMaker notebooks da Amazon

Primeiro, inicie a instância do SageMaker notebook seguindo as instruções emAcessar instâncias 
de caderno.

Verifique se os exemplos já estão em seus cadernos seguindo as instruções emBlocos de 
anotações de exemplo. Caso contrário, siga as instruções emAdicione um repositório Git à sua 
conta Amazon SageMaker .

Agora que você tem os cadernos de SageMaker exemplo, navegue até o amazon-sagemaker-
examples/sagemaker-featurestore diretório e abra o caderno de exemplo Fraud Detection 
with Amazon SageMaker Feature Store.

Etapa 1: configurar sua sessão da Feature Store

Para começar a usar a Feature Store, crie uma SageMaker sessão, uma sessão de Boto3 e uma 
sessão de Feature Store. Além disso, configure o bucket do Amazon S3 que deseja usar para seus 
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atributos. Esse é seu armazenamento off-line. O código a seguir usa o bucket SageMaker padrão e 
adiciona um prefixo personalizado a ele.

Note

A função que você usa para executar esse bloco de anotações deve ter as 
seguintes políticas gerenciadas anexadas: AmazonSageMakerFullAccess e
AmazonSageMakerFeatureStoreAccess. Para obter informações sobre como adicionar 
políticas à sua função do IAM, consulteAdicionar políticas ao seu perfil do IAM.

import boto3
import sagemaker
from sagemaker.session import Session

sagemaker_session = sagemaker.Session()
region = sagemaker_session.boto_region_name
boto_session = boto3.Session(region_name=region)
role = sagemaker.get_execution_role()
default_bucket = sagemaker_session.default_bucket()
prefix = 'sagemaker-featurestore'
offline_feature_store_bucket = 's3://{}/{}'.format(default_bucket, prefix)

sagemaker_client = boto_session.client(service_name='sagemaker', region_name=region)
featurestore_runtime = boto_session.client(service_name='sagemaker-featurestore-
runtime', region_name=region)

feature_store_session = Session( 
    boto_session=boto_session, 
    sagemaker_client=sagemaker_client, 
    sagemaker_featurestore_runtime_client=featurestore_runtime
)

Etapa 2: carregar conjuntos de dados e particionar dados em grupos de atributos

Carregue seus dados em quadros de dados para cada um dos seus atributos. Você usa esses 
quadros de dados depois de configurar o grupo de atributos. No exemplo de detecção de fraudes, 
você pode ver essas etapas no código a seguir.

import numpy as np
import pandas as pd
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import matplotlib.pyplot as plt
import io

s3_client = boto3.client(service_name='s3', region_name=region)

fraud_detection_bucket_name = 'sagemaker-featurestore-fraud-detection'
identity_file_key = 'sampled_identity.csv'
transaction_file_key = 'sampled_transactions.csv'

identity_data_object = s3_client.get_object(Bucket=fraud_detection_bucket_name, 
 Key=identity_file_key)
transaction_data_object = s3_client.get_object(Bucket=fraud_detection_bucket_name, 
 Key=transaction_file_key)

identity_data = pd.read_csv(io.BytesIO(identity_data_object['Body'].read()))
transaction_data = pd.read_csv(io.BytesIO(transaction_data_object['Body'].read()))

identity_data = identity_data.round(5)
transaction_data = transaction_data.round(5)

identity_data = identity_data.fillna(0)
transaction_data = transaction_data.fillna(0)

# Feature transformations for this dataset are applied before ingestion into 
 FeatureStore.
# One hot encode card4, card6
encoded_card_bank = pd.get_dummies(transaction_data['card4'], prefix = 'card_bank')
encoded_card_type = pd.get_dummies(transaction_data['card6'], prefix = 'card_type')

transformed_transaction_data = pd.concat([transaction_data, encoded_card_type, 
 encoded_card_bank], axis=1)
transformed_transaction_data = 
 transformed_transaction_data.rename(columns={"card_bank_american express": 
 "card_bank_american_express"})

Etapa 3: configurar grupos de atributos

Ao configurar seus grupos de atributos, você precisa personalizar os nomes dos atributos com um 
nome exclusivo e configurar cada grupo de atributos com a classe FeatureGroup.

from sagemaker.feature_store.feature_group import FeatureGroup
feature_group_name = "some string for a name"
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feature_group = FeatureGroup(name=feature_group_name, 
 sagemaker_session=feature_store_session)

Por exemplo, no exemplo de detecção de fraudes, os dois grupos de atributos são identity e
transaction. No código a seguir, você pode ver como os nomes são personalizados com um 
carimbo de data/hora e, em seguida, cada grupo é configurado passando o nome e a sessão.

import time
from time import gmtime, strftime, sleep
from sagemaker.feature_store.feature_group import FeatureGroup

identity_feature_group_name = 'identity-feature-group-' + strftime('%d-%H-%M-%S', 
 gmtime())
transaction_feature_group_name = 'transaction-feature-group-' + strftime('%d-%H-%M-%S', 
 gmtime())

identity_feature_group = FeatureGroup(name=identity_feature_group_name, 
 sagemaker_session=feature_store_session)
transaction_feature_group = FeatureGroup(name=transaction_feature_group_name, 
 sagemaker_session=feature_store_session)

Etapa 4: configurar atributos de identificador de registro e horário do evento

Nesta etapa, você especifica um nome de identificador de registro e um nome de atributo de horário 
do evento. Esse nome é mapeado para a coluna dos atributos correspondentes em seus dados. Por 
exemplo, no exemplo de detecção de fraudes, a coluna de interesse éTransactionID. EventTime
pode ser anexado aos seus dados quando nenhum carimbo de data/hora estiver disponível. No 
código a seguir, você pode ver como essas variáveis são definidas e, em seguida, EventTime é 
anexado aos dados de ambos os atributos.

record_identifier_name = "TransactionID"
event_time_feature_name = "EventTime"
current_time_sec = int(round(time.time()))
identity_data[event_time_feature_name] = 
 pd.Series([current_time_sec]*len(identity_data), dtype="float64")
transformed_transaction_data[event_time_feature_name] = 
 pd.Series([current_time_sec]*len(transaction_data), dtype="float64")
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Etapa 5: carregar definições dos atributos

Agora você pode carregar as definições dos atributos passando um quadro de dados contendo 
os dados do atributo. No código a seguir para o exemplo de detecção de fraudes, o atributo de 
identidade e o atributo de transação são carregados usando load_feature_definitions, e essa 
função detecta automaticamente o tipo de dados de cada coluna de dados. Para desenvolvedores 
que usam um esquema em vez de detecção automática, consulte o exemplo de Exportar grupos de 
atributos do Data Wrangler para obter um código que mostra como carregar o esquema, mapeá-lo e 
adicioná-lo como uma FeatureDefinition que você pode usar para criar o FeatureGroup. Este 
exemplo também aborda uma AWS SDK for Python (Boto3) implementação, que você pode usar em 
vez do SDK do SageMaker Python.

identity_feature_group.load_feature_definitions(data_frame=identity_data); # output is 
 suppressed
transaction_feature_group.load_feature_definitions(data_frame=transformed_transaction_data); 
 # output is suppressed

Etapa 6: criar um grupo de atributos

Nesta etapa, você usa a função create para criar o grupo de atributos. O código a seguir mostra 
os parâmetros disponíveis. O armazenamento on-line não é criado por padrão, então você 
deve configurá-lo como True se quiser habilitá-lo. O s3_uri é o local do bucket do S3 do seu 
armazenamento offline.

# create a FeatureGroup
feature_group.create( 
    description = "Some info about the feature group", 
    feature_group_name = feature_group_name, 
    record_identifier_name = record_identifier_name, 
    event_time_feature_name = event_time_feature_name, 
    feature_definitions = feature_definitions, 
    role_arn = role, 
    s3_uri = offline_feature_store_bucket, 
    enable_online_store = True, 
    online_store_kms_key_id = None, 
    offline_store_kms_key_id = None, 
    disable_glue_table_creation = False, 
    data_catalog_config = None, 
    tags = ["tag1","tag2"])
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O código a seguir do exemplo de detecção de fraudes mostra uma create chamada mínima para 
cada um dos dois grupos de atributos que estão sendo criados.

identity_feature_group.create( 
    s3_uri=offline_feature_store_bucket, 
    record_identifier_name=record_identifier_name, 
    event_time_feature_name=event_time_feature_name, 
    role_arn=role, 
    enable_online_store=True
)

transaction_feature_group.create( 
    s3_uri=offline_feature_store_bucket, 
    record_identifier_name=record_identifier_name, 
    event_time_feature_name=event_time_feature_name, 
    role_arn=role, 
    enable_online_store=True
)

Quando você cria um grupo de atributos, leva tempo para carregar os dados e você precisa esperar 
até que o grupo de atributos seja criado antes de poder usá-lo. É possível verificar o status usando o 
método a seguir.

status = feature_group.describe().get("FeatureGroupStatus")

Enquanto o grupo de atributos está sendo criado, você recebe Creating como resposta. Quando 
essa etapa for concluída com êxito, a resposta será Created. Outros status possíveis são
CreateFailed, Deleting, ou DeleteFailed.

Etapa 7: trabalhar com grupos de atributos

Agora que você configurou seu grupo de recursos, pode realizar qualquer uma das seguintes tarefas:

Tópicos

• Descrever um grupo de atributos

• Listar grupos de atributos

• Colocar um registro em um grupo de atributos

• Obter registros de um grupo de atributos

• Gerar comandos DDL do hive
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• Criar um conjunto de dados de treinamento

• Gravar e executar uma consulta Athena

• Excluir um grupo de atributos

Descrever um grupo de atributos

Você pode recuperar informações sobre seu grupo de atributos com a função describe.

feature_group.describe()

Listar grupos de atributos

Você pode listar todos os seus grupos de atributos com a função list_feature_groups.

sagemaker_client.list_feature_groups()

Colocar um registro em um grupo de atributos

Você pode usar a função ingest para carregar os dados do seu atributo. Você passa um quadro de 
dados de dados do atributo, define o número de workers e opta por esperar que ele retorne ou não. 
O exemplo a seguir demonstra o uso da função ingest.

feature_group.ingest( 
    data_frame=feature_data, max_workers=3, wait=True
)

Para cada grupo de atributos que você tem, execute a função ingest nos dados do atributo que 
você deseja carregar.

Obter registros de um grupo de atributos

Você pode usar a função get_record para recuperar os dados de um atributo específico por meio 
de seu identificador de registro. O exemplo a seguir usa um identificador de exemplo para recuperar 
o registro.

record_identifier_value = str(2990130)
featurestore_runtime.get_record(FeatureGroupName=transaction_feature_group_name, 
 RecordIdentifierValueAsString=record_identifier_value)
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Exemplo de resposta do exemplo de detecção de fraudes:

...
'Record': [{'FeatureName': 'TransactionID', 'ValueAsString': '2990130'}, 
  {'FeatureName': 'isFraud', 'ValueAsString': '0'}, 
  {'FeatureName': 'TransactionDT', 'ValueAsString': '152647'}, 
  {'FeatureName': 'TransactionAmt', 'ValueAsString': '75.0'}, 
  {'FeatureName': 'ProductCD', 'ValueAsString': 'H'}, 
  {'FeatureName': 'card1', 'ValueAsString': '4577'},
...

Gerar comandos DDL do hive

A FeatureStore classe do SDK do SageMaker Python também fornece a funcionalidade para 
gerar comandos DDL do Hive. O esquema da tabela é gerado com base nas definições do atributo. 
As colunas são nomeadas de acordo com o nome do atributo e o tipo de dado é inferido com base 
no tipo de atributo.

print(feature_group.as_hive_ddl())

Resultado do exemplo:

CREATE EXTERNAL TABLE IF NOT EXISTS sagemaker_featurestore.identity-feature-
group-27-19-33-00 ( 
  TransactionID INT 
  id_01 FLOAT 
  id_02 FLOAT 
  id_03 FLOAT 
  id_04 FLOAT 
 ...

Criar um conjunto de dados de treinamento

O Feature Store cria automaticamente um catálogo de dados AWS Glue quando você cria grupos de 
atributos e você pode desativá-lo se quiser. A seguir, descrevemos como criar um único conjunto de 
dados de treinamento com valores de atributos dos grupos de atributos de identidade e transação 
criados anteriormente neste tópico. Além disso, o texto a seguir descreve como executar uma 
consulta do Amazon Athena para juntar dados armazenados no armazenamento off-line de grupos 
de atributos de identidade e de transação.
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Para começar, crie uma consulta Athena usando athena_query() tanto para grupos de 
recursos de identidade como de transação. O `table_name` é a tabela AWS Glue que é gerada 
automaticamente pelo Feature Store.

identity_query = identity_feature_group.athena_query()
transaction_query = transaction_feature_group.athena_query()

identity_table = identity_query.table_name
transaction_table = transaction_query.table_name

Gravar e executar uma consulta Athena

Você grava sua consulta usando SQL nesses grupos de atributos e, em seguida, executa a consulta 
com o comando .run() e especifica a localização do bucket do Amazon S3 para que o conjunto de 
dados seja salvo lá.

# Athena query
query_string = 'SELECT * FROM "'+transaction_table+'" LEFT JOIN "'+identity_table+'" ON 
 "'+transaction_table+'".transactionid = "'+identity_table+'".transactionid'

# run Athena query. The output is loaded to a Pandas dataframe.
dataset = pd.DataFrame()
identity_query.run(query_string=query_string, 
 output_location='s3://'+default_s3_bucket_name+'/query_results/')
identity_query.wait()
dataset = identity_query.as_dataframe()

A partir daqui, você pode treinar um modelo usando esse conjunto de dados e depois realizar a 
inferência.

Excluir um grupo de atributos

Você pode excluir um grupo de atributos com a função delete.

feature_group.delete()

O exemplo de código a seguir é do exemplo de detecção de fraudes.

identity_feature_group.delete()
transaction_feature_group.delete()
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Para obter mais informações, consulte a API Excluir um grupo de recursos.

Usando a Amazon SageMaker Feature Store no console

Você pode usar a Amazon SageMaker Feature Store no console para criar, visualizar, atualizar e 
monitorar seus grupos de recursos. O monitoramento neste guia inclui a visualização das execuções 
do pipeline e da linhagem de seus grupos de recursos. Este guia fornece instruções sobre como 
realizar essas tarefas no console.

Para exemplos e recursos da Feature Store usando as SageMaker APIs da AmazonAWS SDK for 
Python (Boto3), consulteRecursos da Amazon SageMaker Feature Store.

Tópicos

• Crie um grupo de recursos a partir do console

• Exibir detalhes do grupo de recursos no console

• Atualizar um grupo de recursos do console

• Veja as execuções do pipeline no console

• Veja a linhagem no console

Crie um grupo de recursos a partir do console

O processo de criação de grupos de atributos tem quatro etapas:

1. Inserir as informações do grupo de atributos.

2. Inserir as definições dos atributos.

3. Inserir os atributos necessários.

4. Inserir as tags do grupo de atributos.

Considere qual das seguintes opções se adequa ao seu caso de uso:

• Crie um armazenamento on-line, um armazenamento offline ou ambos. Para obter mais 
informações sobre as diferenças entre lojas on-line e off-line, consulteConceitos do Feature Store.

• Use uma chave padrão AWS Key Management Service ou sua própria chave do KMS. A chave 
padrão é a chave AWS KMS (SSE-KMS). Você pode reduzir os custos de solicitação AWS KMS 
configurando o uso das chaves de bucket do Amazon S3 no armazenamento off-line do bucket do 
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Amazon S3. A chave de bucket do Amazon S3 deve ser habilitada antes de usar o bucket para 
seus grupos de recursos. Para obter mais informações sobre como reduzir o custo usando as 
chaves de bucket do Amazon S3, consulte Redução do custo do SSE-KMS com chaves de bucket 
do Amazon S3.

Você pode usar a mesma chave para armazenamento on-line e offline ou ter uma chave exclusiva 
para cada um. Para obter mais informações sobre o AWS KMS, consulte AWS Key Management 
Service.

• Se você criar um armazenamento offline:

• Decida se você deseja criar um bucket do Amazon S3 ou usar um existente. Ao usar um 
existente, você deve saber a URL do bucket do Amazon S3 ou o nome do bucket do Amazon S3 
e o nome do diretório do conjunto de dados, se aplicável.

• Escolha qual nome de recurso da Amazon (ARN) usar para especificar a função do IAM. 
Para obter mais informações sobre como encontrar sua função e as políticas anexas, 
consulteAdicionar políticas ao seu perfil do IAM.

• Decida se deseja usar o formato AWS Glue (padrão) ou Apache Iceberg de tabela. Na maioria 
dos casos de uso, você usa o formato Apache Iceberg de tabela. Para obter mais informações 
sobre formatos de tabela, consulteUsar o Feature Store com o SDK para Python (Boto3).

Você pode usar o console para visualizar a linhagem de um grupo de recursos. As instruções para 
usar a Feature Store no console variam dependendo se você  SageMaker Estúdio Amazon ativou ou
Amazon SageMaker Studio Clássico como sua experiência padrão.

Crie grupos de recursos se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. Escolha Criar grupo de atributos.

5. Em Detalhes do grupo de atributos, insira um nome de grupo de atributos.

6. (Opcional) Insira uma descrição do grupo de atributos.

7. Em Configuração de armazenamento do grupo de recursos, escolha uma configuração 
de armazenamento na lista suspensa. Para obter informações sobre configurações de 
armazenamento, consulteConfigurações de armazenamento do Feature Store.

8. Se você optou por ativar o armazenamento on-line:
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a. Se você ativar apenas o armazenamento on-line, poderá escolher um tipo de 
armazenamento na lista suspensa. Para obter informações sobre os tipos de 
armazenamento da loja virtual, consulteArmazenamento on-line.

b. (Opcional) Aplique o Time to Live (TTL) alternando o botão para Ativado e especificando o
valor e a unidade da duração do Time to Live. Isso atualizará a duração padrão do TTL para 
todos os registros adicionados ao grupo de atributos após a criação do grupo de atributos. 
Para obter mais informações sobre TTL, consulteDuração do tempo de vida (TTL) dos 
registros.

9. Se você optou por ativar o armazenamento off-line:

a. Sob o nome do bucket do Amazon S3, insira um novo nome do bucket ou insira uma URL 
existente do bucket manualmente.

b. Na lista suspensa Formato de tabela, escolha o formato da tabela. Na maioria dos casos 
de uso, você deve usar o formato Apache Iceberg de tabela. Para obter mais informações 
sobre formatos de tabela, consulteUsar o Feature Store com o SDK para Python (Boto3).

c. Em ARN da função do IAM, escolha o ARN da função do IAM que você deseja anexar a 
esse grupo de atributos. Para obter mais informações sobre como encontrar sua função e 
as políticas anexas, consulteAdicionar políticas ao seu perfil do IAM.

d. Se você optou por habilitar o formato de tabela de armazenamento offline e o formato de 
tabela AWS Glue (padrão), em Catálogo de dados, você pode escolher uma das duas 
opções a seguir:

• Use valores padrão para seu AWS Glue Data Catalog.

• Forneça o nome do catálogo de dados existente, o nome da tabela e o nome do banco de 
dados para estender o existenteAWS Glue Data Catalog.

10. Na lista suspensa Chave de criptografia da loja virtual ou Chave de criptografia da loja off-line, 
escolha uma das seguintes opções:

• Uso AWS gerenciado AWS KMS key (padrão)

• Insira um AWS KMS key ARN e insira o ARN da chave AWS KMS em ARN da chave de
criptografia da loja offline. Para obter mais informações sobre o AWS KMS, consulte AWS Key 
Management Service.

11. Se aplicável, você terá a opção de escolher o modo de taxa de transferência, que afeta a forma 
como você é cobrado. Em Modo de taxa de transferência, escolha um modo na lista suspensa e 
insira as capacidades de leitura e gravação quando disponíveis. Para obter informações sobre 
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os modos de taxa de transferência, como quando o modo pode ser aplicado e as unidades de 
capacidade, consulteModos de throughput.

12. Depois de especificar todas as informações necessárias, o botão Continuar aparece disponível. 
Escolha Continuar.

13. Em Especificar definições de atributos, você tem duas opções para fornecer um esquema para 
seus atributos: um editor JSON ou um editor de tabelas.

• Editor JSON: na guia JSON, insira ou copie e cole suas definições de recursos no formato 
JSON.

• Editor de tabela: na guia Tabela, insira o nome do recurso e escolha o tipo de dados 
correspondente para cada recurso em seu grupo de recursos. Escolha + Adicionar definições 
de atributos para incluir mais atributos. Esteja ciente de que você não pode remover 
definições de recursos de seus grupos de recursos. No entanto, você pode adicionar e 
atualizar as definições de recursos após a criação do grupo de recursos.

Deve haver pelo menos dois recursos em um grupo de recursos que representem o identificador 
do registro e a hora do evento:

• O tipo de recurso de registro pode ser uma string, fracionário ou integral.

• O tipo de recurso da hora do evento deve ser uma sequência de caracteres ou uma fração. 
No entanto, se você escolher o formato da Iceberg tabela, a hora do evento deverá ser uma 
string.

14. Depois que todos os recursos estiverem incluídos, escolha Continuar.

15. Em Selecionar recursos necessários, você deve especificar o identificador de registro e 
os recursos de horário do evento. Faça isso escolhendo o nome do recurso nas listas 
suspensas Nome do recurso do identificador de registro e Nome do recurso Hora do evento, 
respectivamente.

16. Depois de escolher o identificador de registro e os recursos de horário do evento, escolha
Continuar.

17. (Opcional) Para adicionar tags ao grupo de recursos, escolha Adicionar nova tag. Em seguida, 
insira uma chave de tag e o valor correspondente em Chave e Valor, respectivamente.

18. Escolha Continuar.

19. Em Revisar grupo de atributos, revise as informações do grupo de atributos. Para editar 
qualquer etapa, escolha o botão Editar que corresponde a essa etapa. Isso leva você à etapa 
correspondente para edição. Para retornar à etapa 5, escolha Continuar até retornar à etapa 5.
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20. Depois de finalizar a configuração do seu grupo de recursos, escolha Criar grupo de recursos.

Se ocorrer um problema durante a configuração, uma mensagem de alerta pop-up aparecerá 
na parte inferior da página com dicas para resolver o problema. Você pode retornar às etapas 
anteriores para corrigir os problemas escolhendo Editar para a etapa com conflitos.

Depois que o grupo de recursos for criado com sucesso, uma mensagem pop-up verde 
aparecerá na parte inferior da página. O novo grupo de recursos também aparece no seu 
catálogo de grupos de recursos.

Exibir detalhes do grupo de recursos no console

Você pode ver detalhes dos seus grupos de recursos depois que um grupo de recursos for criado 
com sucesso na Feature Store.

Você pode usar o console ou a API da Amazon SageMaker Feature Store para ver os detalhes do 
seu grupo de recursos. As instruções para usar a Feature Store por meio do console dependem de 
você ter ativado  SageMaker Estúdio Amazon ou Amazon SageMaker Studio Clássico como sua 
experiência padrão.

Exibir detalhes do grupo de recursos se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. (Opcional) Para visualizar seus grupos de recursos, escolha Minha conta. Para ver grupos de 
recursos compartilhados, escolha Conta cruzada.

5. Na guia Catálogo de grupos de atributos, escolha o nome do grupo de atributos na lista. Isso 
abre a página do grupo de atributos.

6. Na guia Atributos, você pode encontrar uma lista de todos os atributos. Use o filtro para refinar 
sua lista. Escolha um atributo para visualizar seus detalhes.

7. Na guia Detalhes e na subguia Informações, você pode revisar as informações do seu grupo 
de recursos. Isso inclui execução mais recente, configurações de armazenamento off-line,
configurações de armazenamento on-line e muito mais.

8. Na guia Detalhes e na subguia Tags, você pode revisar as tags do seu grupo de recursos. 
Escolha Adicionar nova tag para adicionar uma nova tag ou Remover para remover uma tag.
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9. Na guia Execuções de pipeline, você pode visualizar os pipelines associados ou as execuções 
de pipeline para seu grupo de recursos.

10. Na guia Linhagem, você pode ver a linhagem do seu grupo de recursos.

Atualizar um grupo de recursos do console

Você pode atualizar seus grupos de recursos depois que um grupo de recursos for criado com 
sucesso na Feature Store.

Você pode usar o console ou a API da Amazon SageMaker Feature Store para atualizar um grupo 
de recursos. As instruções para usar a Feature Store por meio do console dependem de você ter 
ativado  SageMaker Estúdio Amazon ou Amazon SageMaker Studio Clássico como sua experiência 
padrão.

Atualize um grupo de recursos se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. (Opcional) Para visualizar seus grupos de recursos, escolha Minha conta. Para ver grupos de 
recursos compartilhados, escolha Conta cruzada.

5. Na guia Catálogo de grupos de atributos, pesquise e escolha o nome do grupo de atributos na 
lista. Isso abre a página do grupo de atributos.

6. Escolha Atualizar grupo de atributos.

7. (Opcional) Se aplicável, você pode alterar o modo de taxa de transferência, o que afeta a forma 
como você é cobrado. Em Modo de taxa de transferência, escolha um modo na lista suspensa e 
insira as capacidades de leitura e gravação quando disponíveis. Para obter informações sobre 
os modos de taxa de transferência, como quando o modo pode ser aplicado e as unidades de 
capacidade, consulteModos de throughput.

8. (Opcional) Se seu grupo de atributos usa o armazenamento on-line, você pode atualizar o
Tempo limite (TTL) padrão. Se o TTL não tiver sido habilitado para o grupo de atributos, alterne 
o botão de Tempo limite (TTL) para Ativado. Você pode especificar o valor e a unidade do TTL 
em Duração do Tempo limite. Isso atualizará a duração padrão do TTL para todos os registros 
adicionados ao grupo de atributos após a atualização do grupo de atributos.

9. (Opcional) Você pode adicionar definições de atributos aos seus grupos de atributos, mas não 
pode removê-las do grupo de atributos. Para adicionar uma definição de recurso, escolha + 
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Adicionar definição de recurso e, em seguida, especifique o novo nome da definição de recurso 
na coluna Nome e selecione o tipo de recurso na coluna Tipo de recurso.

10. Escolha Salvar alterações.

11. Para confirmar suas alterações, escolha Confirmar.

Veja as execuções do pipeline no console

Você pode ver as informações mais recentes de execução do pipeline para um recurso ou grupo 
de recursos em Execuções do pipeline. Você também pode obter links para pipelines, execuções, 
código e outras informações úteis sobre execução.

Você pode usar o console para ver as execuções do seu pipeline. As instruções para usar a Feature 
Store por meio do console dependem de você ter ativado  SageMaker Estúdio Amazon ou Amazon 
SageMaker Studio Clássico como sua experiência padrão.

Visualize as execuções do pipeline se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. (Opcional) Para visualizar seus grupos de recursos, escolha Minha conta. Para ver grupos de 
recursos compartilhados, escolha Conta cruzada.

5. Escolha um grupo de recursos ou recurso para ver suas execuções de pipeline.

6. Escolha a guia Execuções do pipeline.

7. Pesquise um pipeline na lista suspensa Selecionar um pipeline.

8. Você pode ver os links do pipeline, da execução e dos detalhes do código. Você também pode 
ver o proprietário, o status, a data e a duração da execução.

Veja a linhagem no console

Você pode visualizar a linhagem de um grupo de atributos. A linhagem inclui as informações sobre o 
código de execução do seu fluxo de trabalho de processamento de atributos, quais fontes de dados 
foram usadas e como elas são ingeridas no grupo de atributos ou no atributo.
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Você pode usar o console para visualizar a linhagem de um grupo de recursos. As instruções sobre 
como usar a Feature Store por meio do console dependem de você ter ativado  SageMaker Estúdio 
Amazon ou Amazon SageMaker Studio Clássico como sua experiência padrão.

Veja a linhagem se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. (Opcional) Para visualizar seus grupos de recursos, escolha Minha conta. Para ver grupos de 
recursos compartilhados, escolha Conta cruzada.

5. Escolha um grupo de feições ou feição para ver os detalhes de sua linhagem.

6. Escolha a guia Linhagem.

7. Escolha um grupo de atributos ou um nó de pipeline para expandir o nó. Ele contém mais 
informações sobre um grupo de atributos ou pipeline.

8. Você pode ampliar, reduzir ou recentralizar o gráfico de linhagem usando os botões na parte 
inferior esquerda da tela.

9. Você pode percorrer o mapa de linhagem ao escolher e arrastar a tela. Para mover seus mapas 
de linhagem usando nós como ponto focal, você pode pressionar Tab ou Shift+Tab para alternar 
entre os nós.

10. Se aplicável, você pode navegar pela linhagem a montante (à esquerda, mais cedo) ou a 
jusante (à direita, mais recente). Faça isso escolhendo um nó e, em seguida, escolhendo
Consultar linhagem upstream ou Consultar linhagem downstream.

Excluir um grupo de atributos

Você pode usar o console ou a API da Amazon SageMaker Feature Store para excluir seu grupo de 
recursos. As instruções sobre como usar a Feature Store por meio do console dependem de você ter 
habilitado o Studio ou o Studio Classic como sua experiência padrão. Para obter mais informações 
sobre as diferenças entre os dois ou sobre como alterar seu padrão, consulte SageMaker Estúdio 
Amazon.

As seções a seguir fornecem uma visão geral sobre como excluir um grupo de recursos.

Tópicos
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• Excluir um grupo de recursos usando o console

• Excluir código Python de exemplo de grupo de atributos

Excluir um grupo de recursos usando o console

Esta seção mostra duas maneiras de excluir um grupo de recursos no console, dependendo da sua 
experiência padrão: Studio ou Studio Classic.

Exclua o grupo de recursos se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio Classic.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. (Opcional) Para visualizar seus grupos de recursos, escolha Minha conta. Para ver grupos de 
recursos compartilhados, escolha Conta cruzada.

5. Na guia Catálogo de grupos de recursos, escolha o grupo de recursos a ser excluído em Nome 
do grupo de recursos.

6. Escolha Excluir grupo de atributos.

7. Na janela pop-up, confirme a exclusão inserindo o delete campo e escolha Excluir.

Excluir código Python de exemplo de grupo de atributos

O código a seguir usa a operação da API DeleteFeatureGroup para excluir seu grupo de 
atributos usando o AWS SDK for Python (Boto3). Ele pressupõe que você configurou o Feature Store 
e criou um grupo de atributos. Para obter mais informações sobre os conceitos básicos, consulte
Introdução ao bloco de anotações de exemplo do Feature Store.

import sagemaker
from sagemaker.feature_store.feature_group import FeatureGroup

sagemaker_session = sagemaker.Session()
fg_name = 'your-feature-group-name'

my_fg = FeatureGroup(name=fg_name, sagemaker_session=sagemaker_session)
my_fg.delete() 
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Fontes de dados e ingestão

Os registros são adicionados aos seus grupos de atributos por meio da ingestão. Dependendo do 
caso de uso desejado, os registros ingeridos podem ser mantidos dentro do grupo de atributos 
ou não. Isso depende da configuração de armazenamento, se seu grupo de atributos usa o 
armazenamento offline ou on-line. O armazenamento offline é usado como um banco de dados 
histórico, normalmente usado para exploração de dados, treinamento de modelos de machine 
learning (ML) e inferência em lote. O armazenamento on-line é usado como uma pesquisa em 
tempo real de registros, normalmente usado para veiculação de modelos de ML. Para obter mais 
informações sobre conceitos e ingestão do Feature Store, consulte Conceitos do Feature Store.

Há várias maneiras de trazer seus dados para a Amazon SageMaker Feature Store. O Feature 
Store oferece uma chamada de API única para ingestão de dados chamada PutRecord, que 
permite ingerir dados em lotes ou de fontes de streaming. Você pode usar o Amazon SageMaker 
Data Wrangler para criar recursos e, em seguida, inserir seus recursos em sua Feature Store. Você 
também pode usar o Amazon EMR para ingestão de dados em lote por meio de um conector Spark.

Nos tópicos a seguir, discutiremos a diferença entre

Tópicos

• Ingestão de streaming

• Data Wrangler com o Feature Store

• Ingestão em lote com a Amazon SageMaker Feature Store Spark

Ingestão de streaming

É possível usar fontes de streaming, como o Kafka ou Kinesis, como fonte de dados quando os 
registros são extraídos e enviados diretamente ao armazenamento on-line para treinamento, 
inferência ou criação de atributos. Os registros podem ser ingeridos em seu grupo de atributos 
usando a chamada de API PutRecord síncrona. Como essa é uma chamada de API síncrona, 
ela permite que pequenos lotes de atualizações sejam enviados em uma única chamada de API. 
Isso permite que você mantenha um alto nível de atualização dos valores do atributo e publique os 
valores assim que uma atualização for detectada. Esses também são chamados de atributos de
streaming.
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Data Wrangler com o Feature Store

O Data Wrangler é um recurso do Studio Classic que fornece uma end-to-end solução para importar, 
preparar, transformar, caracterizar e analisar dados. O Data Wrangler permite que você projete seus 
atributos e os inclua nos grupos de atributos do seu armazenamento on-line ou offline.

As instruções a seguir exportam um notebook Jupyter que contém todo o código-fonte necessário 
para criar um grupo de recursos da Feature Store que adiciona seus recursos do Data Wrangler a 
uma loja online ou offline.

As instruções sobre como exportar seu fluxo de dados do Data Wrangler para o Feature Store no 
console variam dependendo se você habilitou  SageMaker Estúdio Amazon ou Amazon SageMaker 
Studio Clássico como sua experiência padrão.

Exporte seu fluxo de dados do Data Wrangler para a Feature Store se o Studio for sua experiência 
padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Data Wrangler.

4. Se você já tiver uma instância do Amazon SageMaker Canvas em execução, escolha Open 
Canvas.

Se você não tiver uma instância do SageMaker Canvas em execução, escolha Executar no 
Canvas.

5. No console do SageMaker Canvas, escolha Data Wrangler no painel de navegação esquerdo.

6. Escolha Fluxos de dados para visualizar seus fluxos de dados.

7. Escolha + para expandir a lista suspensa.

8. Escolha Exportar fluxo de dados para expandir a lista suspensa.

9. Escolha Salvar na SageMaker Feature Store (via JupyterLab Notebook).

10. Em Exportar fluxo de dados como notebook, escolha uma das seguintes opções:

• Faça o download de uma cópia local para baixar o fluxo de dados em sua máquina local.

• Exporte para o local do S3 para baixar o fluxo de dados para um local do Amazon Simple 
Storage Service e insira o local do Amazon S3 ou escolha Procurar para encontrar seu local 
do Amazon S3.
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11. Escolha Exportar.

Depois que o grupo de atributos for criado, você também poderá selecionar e juntar dados em vários 
grupos de atributos para criar novos atributos de engenharia no Data Wrangler e depois exportar seu 
conjunto de dados para um bucket do Amazon S3.

Para obter mais informações sobre como exportar para a Feature Store, consulte Exportar para a 
SageMaker Feature Store.

Ingestão em lote com a Amazon SageMaker Feature Store Spark

O Amazon SageMaker Feature Store Spark é um conector Spark que conecta a biblioteca do Spark 
à Feature Store. O Feature Store Spark simplifica a ingestão de dados do Spark DataFrame para 
grupos de atributos. O Feature Store suporta a ingestão de dados em lote com o Spark, usando seu 
pipeline de ETL existente, no Amazon EMR, no GIS, em um trabalho, em um trabalho AWS Glue de 
SageMaker processamento da Amazon ou em um notebook. SageMaker

Métodos para instalar e implantar a ingestão de dados em lote são fornecidos para desenvolvedores 
de Python e Scala. Os desenvolvedores de Python podem usar a biblioteca sagemaker-feature-
store-pyspark Python de código aberto para desenvolvimento local, instalação no Amazon EMR 
e para notebooks Jupyter seguindo as instruções no repositório Spark da Amazon Feature Store. 
SageMaker GitHub Os desenvolvedores do Scala podem usar o conector Spark da Feature Store 
disponível no repositório central Maven do SDK Spark da Amazon SageMaker Feature Store.

Você pode usar o conector Spark para ingerir dados das seguintes formas, dependendo se o 
armazenamento on-line, o armazenamento offline ou ambos estão habilitados.

1. Ingestão por padrão — Se a loja virtual estiver ativada, o conector Spark primeiro ingere seu 
dataframe na loja virtual usando a API. PutRecord Apenas o registro com o maior horário do 
evento permanecerá no armazenamento on-line. Se o armazenamento off-line estiver habilitado, 
em 15 minutos, o Feature Store ingerirá seu dataframe no armazenamento offline. Para obter mais 
informações sobre como os armazenamentos on-line e offline funcionam, consulte Conceitos do 
Feature Store.

Você pode fazer isso não especificando target_stores no método .ingest_data(...).

2. Ingestão direta do armazenamento offline – Se o armazenamento offline estiver habilitado, o lote 
do conector Spark ingere seu dataframe diretamente no armazenamento offline. A ingestão do 
dataframe diretamente no armazenamento offline não atualiza o armazenamento on-line.
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Você pode fazer isso definindo target_stores=["OfflineStore"] no método
.ingest_data(...).

3. Somente loja virtual — Se a loja virtual estiver ativada, o conector Spark ingere seu dataframe na 
loja virtual usando a API. PutRecord A ingestão do dataframe diretamente no armazenamento on-
line não atualiza o armazenamento offline.

Você pode fazer isso definindo target_stores=["OnlineStore"] no método
.ingest_data(...).

Para obter informações sobre como usar diferentes métodos de ingestão, consulte Implementações 
de exemplos.

Tópicos

• Instalação do Feature Store Spark

• Recuperar o JAR para o Feature Store Spark

• Implementações de exemplos

Instalação do Feature Store Spark

Usuários do Scala

O SDK do Spark da Feature Store está disponível no repositório central Maven do SDK Spark da 
Amazon SageMaker Feature Store para usuários do Scala.

Requisitos

• Spark >= 3.0.0 e <= 3.3.0
• iceberg-spark-runtime >= 0.14.0
• Scala >= 2.12.x 
• Amazon EMR >= 6.1.0 (somente se você estiver usando o Amazon EMR)

Declarar a dependência em POM.xml

O conector do Feature Store Spark depende da biblioteca iceberg-spark-runtime. Portanto, 
você deve adicionar a versão correspondente da biblioteca iceberg-spark-runtime à 
dependência se estiver ingerindo dados em um grupo de atributos que você criou automaticamente 
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com o formato de tabela Iceberg. Por exemplo, se você estiver usando o Spark 3.1, você deve 
declarar o seguinte no seu projeto POM.xml:

 <dependency> 
 <groupId>software.amazon.sagemaker.featurestore</groupId> 
 <artifactId>sagemaker-feature-store-spark-sdk_2.12</artifactId> 
 <version>1.0.0</version> 
 </dependency> 
  
 <dependency> 
   <groupId>org.apache.iceberg</groupId> 
   <artifactId>iceberg-spark-runtime-3.1_2.12</artifactId> 
   <version>0.14.0</version>
</dependency> 
     

Usuários de Python

O SDK do Feature Store Spark está disponível no repositório de código aberto  SageMaker Amazon 
Feature Store GitHub Spark.

Requisitos

• Spark >= 3.0.0 e <= 3.3.0
• Amazon EMR >= 6.1.0 (somente se você estiver usando o Amazon EMR)
• Kernel = conda_python3

Recomendamos configurar o $SPARK_HOME para o diretório em que você tem o Spark instalado. 
Durante a instalação, o Feature Store carrega o JAR necessário para SPARK_HOME, para que as 
dependências sejam carregadas automaticamente. É necessário iniciar uma JVM pelo Spark para 
fazer essa PySpark biblioteca funcionar.

Instalação local

Para obter mais informações sobre a instalação, habilite o modo detalhado anexando --verbose ao 
seguinte comando de instalação.

pip3 install sagemaker-feature-store-pyspark-3.1 --no-binary :all: 
     

Feature Store Spark 2554

https://github.com/aws/sagemaker-feature-store-spark
https://github.com/aws/sagemaker-feature-store-spark


Amazon SageMaker Guia do Desenvolvedor

Instalação no Amazon EMR

Crie um cluster do Amazon EMR com a versão 6.1.0 ou posterior. Habilite o SSH para ajudá-lo a 
solucionar qualquer problema.

Para instalar a biblioteca, faça o seguinte:

• Crie uma etapa personalizada no Amazon EMR.

• Conecte-se ao seu cluster usando SSH e instale a biblioteca a partir daí.

Note

As informações a seguir usam a versão 3.1 do Spark, mas você pode especificar qualquer 
versão que atenda aos requisitos.

export SPARK_HOME=/usr/lib/spark
sudo -E pip3 install sagemaker-feature-store-pyspark-3.1 --no-binary :all: --verbose    
    
     

Note

Se você quiser instalar automaticamente os JARs dependentes no SPARK_HOME, não use 
a etapa de bootstrap.

Instalação em uma instância de SageMaker notebook

Instale uma versão compatível com o conector Spark usando os seguintes comandos: PySpark

!pip3 install pyspark==3.1.1 
!pip3 install sagemaker-feature-store-pyspark-3.1 --no-binary :all:   

Se você estiver realizando a ingestão em lote no armazenamento offline, as dependências não 
estarão dentro do ambiente da instância do bloco de anotações.

from pyspark.sql import SparkSession
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import feature_store_pyspark

extra_jars = ",".join(feature_store_pyspark.classpath_jars())

spark = SparkSession.builder \ 
    .config("spark.jars", extra_jars) \ 
    .config("spark.jars.packages", "org.apache.hadoop:hadoop-
aws:3.2.1,org.apache.hadoop:hadoop-common:3.2.1") \ 
    .getOrCreate() 
     

Instalação em blocos de anotações com GIS

Important

Você deve usar a versão 2.0 ou posterior do AWS Glue.

Use as informações a seguir para ajudá-lo a instalar o PySpark conector em uma sessão AWS Glue 
interativa (GIS).

O Amazon SageMaker Feature Store Spark exige que um conector JAR específico do Spark durante 
a inicialização da sessão seja carregado em seu bucket do Amazon S3. Para obter mais informações 
sobre como carregar o JAR necessário para o bucket do S3, consulte Recuperar o JAR para o 
Feature Store Spark.

Depois de fazer o upload do JAR, você deve fornecer o JAR às sessões do GIS usando o comando a 
seguir.

%extra_jars s3:/<YOUR_BUCKET>/spark-connector-jars/sagemaker-feature-store-spark-
sdk.jar

Para instalar o Feature Store Spark no tempo de execução AWS Glue, use o comando mágico
%additional_python_modules no bloco de anotações GIS. O AWS Glue executa pip nos 
módulos que você especificou em %additional_python_modules.

%additional_python_modules sagemaker-feature-store-pyspark-3.1

Antes de iniciar a sessão AWS Glue, você deve usar os dois comandos mágicos anteriores.

Instalação em um trabalho AWS Glue
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Important

Você deve usar a versão 2.0 ou posterior do AWS Glue.

Para instalar o conector Spark em um trabalho AWS Glue, use o argumento --extra-jars para 
fornecer os JARs necessários e --additional-python-modules para instalar o conector Spark 
como parâmetros de trabalho ao criar o trabalho AWS Glue, conforme mostrado no exemplo a 
seguir. Para obter mais informações sobre como carregar o JAR necessário para o bucket do S3, 
consulte Recuperar o JAR para o Feature Store Spark.

glue_client = boto3.client('glue', region_name=region)
response = glue_client.create_job( 
    Name=pipeline_id, 
    Description='Feature Store Compute Job', 
    Role=glue_role_arn, 
    ExecutionProperty={'MaxConcurrentRuns': max_concurrent_run}, 
    Command={ 
        'Name': 'glueetl', 
        'ScriptLocation': script_location_uri, 
        'PythonVersion': '3' 
    }, 
    DefaultArguments={ 
        '--TempDir': temp_dir_location_uri, 
        '--additional-python-modules': 'sagemaker-feature-store-pyspark-3.1', 
        '--extra-jars': "s3:/<YOUR_BUCKET>/spark-connector-jars/sagemaker-feature-
store-spark-sdk.jar", 
        ... 
    }, 
    MaxRetries=3, 
    NumberOfWorkers=149, 
    Timeout=2880, 
    GlueVersion='3.0', 
    WorkerType='G.2X'
) 
     

Instalação em uma tarefa de SageMaker processamento da Amazon

Para usar o Feature Store Spark com trabalhos SageMaker de processamento da Amazon, traga 
sua própria imagem. Para obter informações sobre como trazer sua própria imagem, consulte Traga 
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sua própria SageMaker imagem. Adicione a etapa de instalação a um Dockerfile. Depois de enviar 
a imagem do Docker para um repositório Amazon ECR, você pode usar o PySparkProcessor para 
criar o trabalho de processamento. Para obter mais informações sobre a criação de uma tarefa 
de processamento com o PySpark processador, consulteProcessamento de dados com o Apache 
Spark.

Veja a seguir um exemplo da adição de uma etapa de instalação ao Dockerfile.

FROM <ACCOUNT_ID>.dkr.ecr.<AWS_REGION>.amazonaws.com/sagemaker-spark-processing:3.1-
cpu-py38-v1.0

RUN /usr/bin/python3 -m pip install sagemaker-feature-store-pyspark-3.1 --no-
binary :all: --verbose 
       
     

Recuperar o JAR para o Feature Store Spark

Para recuperar o JAR de dependência do Feature Store Spark, você deve instalar o conector Spark 
a partir do repositório Python Package Index (PyPI) usando pip em qualquer ambiente Python com 
acesso à rede. Um notebook SageMaker Jupyter é um exemplo de ambiente Python com acesso à 
rede.

O comando a seguir instala o conector Spark.

!pip install sagemaker-feature-store-pyspark-3.1      
    

Depois de instalar o Feature Store Spark, você pode recuperar a localização do JAR e fazer o upload 
do JAR para o Amazon S3.

O comando feature-store-pyspark-dependency-jars fornece a localização do JAR de 
dependência necessário que o Feature Store Spark adicionou. Você pode usar o comando para 
recuperar o JAR e carregá-lo no Amazon S3.

jar_location = !feature-store-pyspark-dependency-jars
jar_location = jar_location[0]
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s3_client = boto3.client("s3")
s3_client.upload_file(jar_location, "<YOUR_BUCKET>","spark-connector-jars/sagemaker-
feature-store-spark-sdk.jar") 
       

Implementações de exemplos

Example Python script

FeatureStoreBatchIngestion.py

from pyspark.sql import SparkSession
from feature_store_pyspark.FeatureStoreManager import FeatureStoreManager
import feature_store_pyspark

spark = SparkSession.builder \ 
                    .getOrCreate()

# Construct test DataFrame
columns = ["RecordIdentifier", "EventTime"]
data = [("1","2021-03-02T12:20:12Z"), ("2", "2021-03-02T12:20:13Z"), ("3", 
 "2021-03-02T12:20:14Z")]

df = spark.createDataFrame(data).toDF(*columns)

# Initialize FeatureStoreManager with a role arn if your feature group is created by 
 another account
feature_store_manager= FeatureStoreManager("arn:aws:iam::111122223333:role/role-
arn") 
  
# Load the feature definitions from input schema. The feature definitions can be 
 used to create a feature group
feature_definitions = feature_store_manager.load_feature_definitions_from_schema(df)

feature_group_arn = "arn:aws:sagemaker:<AWS_REGION>:<ACCOUNT_ID>:feature-
group/<YOUR_FEATURE_GROUP_NAME>"

# Ingest by default. The connector will leverage PutRecord API to ingest your data 
 in stream
# https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_feature_store_PutRecord.html
feature_store_manager.ingest_data(input_data_frame=df, 
 feature_group_arn=feature_group_arn)
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# To select the target stores for ingestion, you can specify the target store as the 
 paramter
# If OnlineStore is selected, the connector will leverage PutRecord API to ingest 
 your data in stream
feature_store_manager.ingest_data(input_data_frame=df, 
 feature_group_arn=feature_group_arn, target_stores=["OfflineStore", "OnlineStore"])

# If only OfflineStore is selected, the connector will batch write the data to 
 offline store directly
feature_store_manager.ingest_data(input_data_frame=df, 
 feature_group_arn=feature_group_arn, target_stores=["OfflineStore"])

# To retrieve the records failed to be ingested by spark connector
failed_records_df = feature_store_manager.get_failed_stream_ingestion_data_frame() 
     

Envie um trabalho do Spark com um exemplo de script Python

A PySpark versão exige que um JAR extra dependente seja importado, portanto, etapas extras 
são necessárias para executar o aplicativo Spark.

Se você não especificou SPARK_HOME durante a instalação, precisará carregar os JARs 
necessários na JVM durante a execução do spark-submit. O feature-store-pyspark-
dependency-jars é um script Python instalado pela biblioteca Spark para buscar 
automaticamente o caminho para todos os JARs para você.

spark-submit --jars `feature-store-pyspark-dependency-
jars` FeatureStoreBatchIngestion.py 
     

Se você estiver executando esse aplicativo no Amazon EMR, recomendamos que você execute 
o aplicativo no modo de cliente, para que você não precise distribuir os JARs de dependência 
para outros nós de tarefa. Adicione mais uma etapa no cluster do Amazon EMR com o argumento 
Spark semelhante ao seguinte:

spark-submit --deploy-mode client --master yarn s3:/<PATH_TO_SCRIPT>/
FeatureStoreBatchIngestion.py 
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Example Scala script

FeatureStoreBatchIngestion.scala

import software.amazon.sagemaker.featurestore.sparksdk.FeatureStoreManager
import org.apache.spark.sql.types.{StringType, StructField, StructType}
import org.apache.spark.sql.{Row, SparkSession}

object TestSparkApp { 
  def main(args: Array[String]): Unit = { 

    val spark = SparkSession.builder().getOrCreate() 

    // Construct test DataFrame 
    val data = List( 
      Row("1", "2021-07-01T12:20:12Z"), 
      Row("2", "2021-07-02T12:20:13Z"), 
      Row("3", "2021-07-03T12:20:14Z") 
    ) 
     
    val schema = StructType( 
      List(StructField("RecordIdentifier", StringType), StructField("EventTime", 
 StringType)) 
    ) 

    val df = spark.createDataFrame(spark.sparkContext.parallelize(data), schema) 
     
    // Initialize FeatureStoreManager with a role arn if your feature group is 
 created by another account 
    val featureStoreManager = new 
 FeatureStoreManager("arn:aws:iam::111122223333:role/role-arn") 
     
    // Load the feature definitions from input schema. The feature definitions can 
 be used to create a feature group 
    val featureDefinitions = 
 featureStoreManager.loadFeatureDefinitionsFromSchema(df) 

    val featureGroupArn = "arn:aws:sagemaker:<AWS_REGION>:<ACCOUNT_ID>:feature-
group/<YOUR_FEATURE_GROUP_NAME>" 
    
    // Ingest by default. The connector will leverage PutRecord API to ingest your 
 data in stream 
    // https://docs.aws.amazon.com/sagemaker/latest/APIReference/
API_feature_store_PutRecord.html 
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    featureStoreManager.ingestData(df, featureGroupArn) 
     
    // To select the target stores for ingestion, you can specify the target store 
 as the paramter 
    // If OnlineStore is selected, the connector will leverage PutRecord API to 
 ingest your data in stream 
    featureStoreManager.ingestData(df, featureGroupArn, List("OfflineStore", 
 "OnlineStore")) 
     
    // If only OfflineStore is selected, the connector will batch write the data to 
 offline store directly 
    featureStoreManager.ingestData(df, featureGroupArn, ["OfflineStore"]) 
     
    // To retrieve the records failed to be ingested by spark connector 
    val failedRecordsDf = featureStoreManager.getFailedStreamIngestionDataFrame() 
  }
} 
     

Enviar Tarefas do Spark

Scala

Você pode usar o Feature Store Spark como uma dependência normal. Nenhuma instrução extra 
é necessária para executar o aplicativo em todas as plataformas.

Processamento de atributos

O processamento de SageMaker recursos da Amazon Feature Store é um recurso com o qual você 
pode transformar dados brutos em recursos de aprendizado de máquina (ML). Ele fornece um SDK 
do Processador de atributos com o qual você pode transformar e ingerir dados de fontes de dados 
em lote em seus grupos de atributos. Com esse recurso, o Feature Store cuida da infraestrutura 
subjacente, incluindo o provisionamento dos ambientes de computação e a criação e manutenção 
de SageMaker pipelines para carregar e ingerir dados. Dessa forma, você pode se concentrar nas 
definições do processador de atributos que incluem uma função de transformação (por exemplo, 
contagem de visualizações do produto, média do valor da transação), fontes (onde aplicar essa 
transformação) e coletores (onde gravar os valores computados do atributo).

O pipeline do Feature Processor é um pipeline de SageMaker pipelines. Como SageMaker Pipelines, 
você também pode rastrear pipelines programados do Feature Processor com SageMaker linhagem 
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no console. Para obter mais informações sobre o SageMaker Lineage, consulte Rastreamento 
SageMaker de linhagem do Amazon ML Isso inclui rastrear execuções programadas, visualizar a 
linhagem para rastrear recursos de volta às suas fontes de dados e visualizar processadores de 
recursos compartilhados em um único ambiente. Para obter informações sobre como usar o Feature 
Store com o console, consulteVeja as execuções do pipeline no console.

Tópicos

• SDK do Processador de atributos do Feature Store

• Executar o Processador de atributos do Feature Store remotamente

• Criar e executar pipelines do Processador de atributos do Feature Store

• Execuções programadas e baseadas em eventos para pipelines do Processador de atributos

• Monitore os pipelines SageMaker do processador de recursos da Amazon Feature Store

• Permissões e funções de execução do IAM

• Restrições, limites e cotas do Processador de atributos

• Fontes de dados

• Exemplo de código de Processamento de atributos para casos de uso comuns

SDK do Processador de atributos do Feature Store

Declare uma definição de Processador de atributos do Feature Store decorando suas funções de 
transformação com o decorador @feature_processor. O SageMaker SDK para Python (Boto3) 
carrega automaticamente os dados das fontes de dados de entrada configuradas, aplica a função de 
transformação decorada e, em seguida, ingere os dados transformados em um grupo de recursos de 
destino. As funções de transformação decoradas devem estar de acordo com a assinatura esperada 
do decorador @feature_processor. Para obter mais informações sobre o @feature_processor
decorador, consulte @feature_processor Decorator na Amazon SageMaker Feature Store Read the 
Docs.

Com o @feature_processor decorador, sua função de transformação é executada em um 
ambiente de execução do Spark, onde os argumentos de entrada fornecidos à sua função 
e seu valor de retorno são Spark. DataFrames O número de parâmetros de entrada em sua 
função de transformação deve corresponder ao número de entradas configuradas no decorador
@feature_processor.

Para obter mais informações sobre o decorador @feature_processor, consulte o SDK do 
Processador de atributos do Feature Store para Python (Boto3).
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O código a seguir é um exemplo básico de como usar o decorador @feature_processor. Para 
obter exemplos de casos de uso mais específicos, consulte Exemplo de código de Processamento 
de atributos para casos de uso comuns.

O Feature Processor SDK pode ser instalado a partir do SDK do SageMaker Python e seus extras 
usando o comando a seguir.

pip install sagemaker[feature-processor]

Nos exemplos a seguir, us-east-1 é a região do recurso, 111122223333 é o ID da conta do 
proprietário do recurso e your-feature-group-name é o nome do grupo de atributos.

Veja a seguir uma definição básica de Processador de atributos, em que o decorador
@feature_processor configura uma entrada CSV do Amazon S3 para ser carregada e fornecida 
à sua função de transformação (por exemplo, transform) e a prepara para ingestão em um grupo 
de atributos. A última linha o executa.

from sagemaker.feature_store.feature_processor import CSVDataSource, feature_processor

CSV_DATA_SOURCE = CSVDataSource('s3://your-bucket/prefix-to-csv/')
OUTPUT_FG = 'arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'

@feature_processor(inputs=[CSV_DATA_SOURCE], output=OUTPUT_FG)
def transform(csv_input_df): 
   return csv_input_df 
    
transform()

O parâmetro @feature_processor inclui:

• inputs (Lista [str]): uma lista de fontes de dados que são usadas em seu Processador de 
atributos do Feature Store. Se suas fontes de dados forem grupos de atributos ou armazenadas 
no Amazon S3, você poderá usar as definições da fonte de dados fornecidas pelo Feature Store 
para o Processador de atributos. Para obter uma lista completa das definições de fontes de dados 
fornecidas pela Feature Store, consulte a Fonte de dados do Feature Processor na Amazon 
SageMaker Feature Store. Leia a documentação.

• output (str): o ARN do grupo de atributos para ingerir a saída da função decorada.
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• target_stores (Opcional [List [str]]): uma lista de armazenamentos (por exemplo,
OnlineStore ouOfflineStore) a serem ingeridos na saída. Se não forem especificados, os 
dados serão ingeridos em todos os armazenamentos habilitados do grupo de atributos de saída.

• parameters (Dict [str, Any]): um dicionário a ser fornecido para sua função de transformação.

• enable_ingestion (bool): um sinalizador para indicar se as saídas da função de transformação 
são ingeridas no grupo de atributos de saída. Esse sinalizador é útil durante a fase de 
desenvolvimento. Se não for especificado, a ingestão será habilitada.

Os parâmetros opcionais da função encapsulada (fornecidos como argumento se fornecidos na 
assinatura da função) incluem:

• params (Dict [str, Any]): o dicionário definido nos parâmetros @feature_processor. Ele 
também contém parâmetros configurados pelo sistema que podem ser referenciados com a chave
system, como o parâmetro scheduled_time.

• spark(SparkSession): Uma referência à SparkSession instância inicializada para o aplicativo 
Spark.

O código a seguir é um exemplo do uso dos parâmetros params e spark.

from sagemaker.feature_store.feature_processor import CSVDataSource, feature_processor

CSV_DATA_SOURCE = CSVDataSource('s3://your-bucket/prefix-to-csv/')
OUTPUT_FG = 'arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'  

@feature_processor(inputs=[CSV_DATA_SOURCE], output=OUTPUT_FG)
def transform(csv_input_df, params, spark): 
    
   scheduled_time = params['system']['scheduled_time'] 
   csv_input_df.createOrReplaceTempView('csv_input_df') 
   return spark.sql(f''' 
        SELECT * 
        FROM csv_input_df 
        WHERE date_add(event_time, 1) >= {scheduled_time} 
   ''') 
    
transform()
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O parâmetro do sistema scheduled_time (fornecido no argumento params da sua função) é 
um valor importante para suportar a repetição de cada execução. O valor pode ajudar a identificar 
de forma exclusiva a execução do Processador de atributos e pode ser usado como um ponto de 
referência para entradas baseadas em intervalos de datas (por exemplo, carregando apenas os 
dados das últimas 24 horas) para garantir o intervalo de entrada independente do tempo real de 
execução do código. Se o Processador de atributos for executado com base em uma programação 
(consulte Execuções programadas e baseadas em eventos para pipelines do Processador de 
atributos), seu valor será fixado no horário programado para execução. O argumento pode ser 
substituído durante a execução síncrona usando a API de execução do SDK para dar suporte a 
casos de uso como preenchimento de dados ou reexecução de uma execução anterior perdida. Seu 
valor é a hora atual se o Processador de atributos for executado de outra forma.

Para obter informações sobre a criação do código Spark, consulte o Guia do programa SQL do 
Spark.

Para obter mais exemplos de código para casos de uso comuns, consulte o Exemplo de código de 
Processamento de atributos para casos de uso comuns.

Observe que as funções de transformação decoradas com @feature_processor não retornam 
um valor. Para testar programaticamente sua função, você pode remover ou corrigir o decorador
@feature_processor de forma que ele atue como uma passagem para a função agrupada. 
Para obter mais detalhes sobre o @feature_processor decorador, consulte Amazon SageMaker 
Feature Store Python SDK.

Executar o Processador de atributos do Feature Store remotamente

Para executar seus processadores de recursos em grandes conjuntos de dados que exigem 
hardware mais poderoso do que o disponível localmente, você pode decorar seu código com o
@remote decorador para executar seu código Python local como um trabalho de treinamento 
distribuído de um ou vários nós SageMaker . Para obter mais informações sobre como executar seu 
código como um trabalho de SageMaker treinamento, consulteExecute seu código local como um 
trabalho SageMaker de treinamento.

Veja a seguir um exemplo de uso do decorador @remote junto com o decorador
@feature_processor.

from sagemaker.remote_function.spark_config import SparkConfig
from sagemaker.remote_function import remote
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from sagemaker.feature_store.feature_processor import CSVDataSource, feature_processor

CSV_DATA_SOURCE = CSVDataSource('s3://bucket/prefix-to-csv/')
OUTPUT_FG = 'arn:aws:sagemaker:us-east-1:123456789012:feature-group/feature-group'

@remote( 
    spark_config=SparkConfig(),  
    instance_type="ml.m5.2xlarge", 
    dependencies="/local/requirements.txt"
)
@feature_processor( 
    inputs=[CSV_DATA_SOURCE],  
    output=OUTPUT_FG,
)
def transform(csv_input_df): 
   return csv_input_df 
    
transform()

O parâmetro spark_config indica que o trabalho remoto é executado como um aplicativo do 
Spark. A instância SparkConfig pode ser usada para configurar a configuração do Spark e fornecer 
dependências adicionais ao aplicativo do Spark, como arquivos Python, JARs e arquivos.

Para iterações mais rápidas ao desenvolver seu código de processamento de atributos, 
você pode especificar o argumento keep_alive_period_in_seconds no decorador
@remote para reter os recursos configurados em um grupo de aquecimento para trabalhos de 
treinamento subsequentes. Para obter mais informações sobre grupos de aquecimento, consulte
KeepAlivePeriodInSeconds no Guia de referência da API.

O código a seguir é um exemplo do local requirements.txt:.

sagemaker>=2.167.0

Isso instalará a versão correspondente do SageMaker SDK na tarefa remota, necessária para 
executar o método anotado por. @feature-processor

Criar e executar pipelines do Processador de atributos do Feature Store

O Feature Processor SDK fornece APIs para promover suas definições de Feature Processor em 
um pipeline totalmente gerenciado SageMaker . Para obter mais informações sobre SageMaker 
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pipelines, consulteSageMaker Visão geral dos oleodutos. Para converter suas definições de 
processador de recursos em um SageMaker pipeline, use a to_pipeline API com sua definição 
de processador de recursos. Você pode agendar execuções de seu processador de recursos. A 
definição pode ser agendada, monitorá-las operacionalmente com CloudWatch métricas e integrá-las 
EventBridge para atuar como fontes de eventos ou assinantes. Para obter mais informações sobre 
o monitoramento de pipelines criados com SageMaker pipelines, consulte. Monitore os pipelines 
SageMaker do processador de recursos da Amazon Feature Store

Para ver seus pipelines do Processador de atributos, consulte Veja as execuções do pipeline no 
console.

Se sua função também estiver decorada com o decorador @remote, suas configurações serão 
transferidas para o pipeline do Processador de atributos. Você pode especificar configurações 
avançadas, como tipo e contagem de instâncias de computação, dependências de tempo de 
execução, configurações de rede e segurança usando o decorador @remote.

O exemplo a seguir usa as APIs to_pipeline e execute.

from sagemaker.feature_store.feature_processor import ( 
    execute, to_pipeline, describe, TransformationCode
)

pipeline_name="feature-processor-pipeline"
pipeline_arn = to_pipeline( 
    pipeline_name=pipeline_name, 
    step=transform, 
    transformation_code=TransformationCode(s3_uri="s3://bucket/prefix"),
)

pipeline_execution_arn = execute( 
    pipeline_name=pipeline_name
)

A API to_pipeline é semanticamente uma operação de inserção. Ele atualiza o pipeline se ele já 
existir; caso contrário, ele cria um pipeline.

Opcionalmente, a to_pipeline API aceita um URI do Amazon S3 que faz referência a um arquivo 
contendo a definição do Feature Processor para associá-lo ao pipeline do Feature Processor para 
rastrear a função de transformação e suas versões em SageMaker sua linhagem de aprendizado de 
máquina.
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Para recuperar uma lista de cada pipeline do Processador de atributos em sua conta, você pode 
usar a API list_pipelines. Uma solicitação subsequente à describe API retorna detalhes 
relacionados ao pipeline do Feature Processor, incluindo, mas não se limitando a, SageMaker 
pipelines e detalhes do cronograma.

O exemplo a seguir usa as APIs list_pipelines e describe.

from sagemaker.feature_store.feature_processor import list_pipelines, describe

feature_processor_pipelines = list_pipelines()

pipeline_description = describe( 
    pipeline_name = feature_processor_pipelines[0]
)

Execuções programadas e baseadas em eventos para pipelines do 
Processador de atributos

As execuções do pipeline de processamento de recursos do Amazon SageMaker Feature Store 
podem ser configuradas para serem iniciadas de forma automática e assíncrona com base em uma 
programação pré-configurada ou como resultado de outro evento de serviço. AWS Por exemplo, 
você pode programar pipelines de processamento de atributos para serem executados no primeiro 
dia de cada mês ou encadear dois pipelines juntos para que um pipeline de destino seja executado 
automaticamente após a conclusão da execução do pipeline de origem.

Tópicos

• Execuções baseadas em programação

• Execuções baseadas em eventos

Execuções baseadas em programação

O Feature Processor SDK fornece uma scheduleAPI para executar pipelines do Feature 
Processor de forma recorrente com a integração com o Amazon EventBridge Scheduler. 
A programação pode ser especificada com uma cron expressão atrate,, ou usando o
ScheduleExpressionparâmetro com as mesmas expressões suportadas pela Amazon 
EventBridge. A API de programação é semanticamente uma operação de inserção, pois atualiza 
a programação, se ele já existir; caso contrário, ela o cria. Para obter mais informações sobre 
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EventBridge expressões e exemplos, consulte Tipos de EventBridge agendamento no Scheduler no 
Guia do usuário do EventBridge Scheduler.

Os exemplos a seguir usam a API schedule do Processador de atributos, usando as expressões
at, rate e cron.

from sagemaker.feature_store.feature_processor import schedule
pipeline_name='feature-processor-pipeline'

event_bridge_schedule_arn = schedule( 
    pipeline_name=pipeline_name,  
    schedule_expression="at(2020-11-30T00:00:00)"
)

event_bridge_schedule_arn = schedule( 
    pipeline_name=pipeline_name,  
    schedule_expression="rate(24 hours)"
)

event_bridge_schedule_arn = schedule( 
    pipeline_name=pipeline_name,  
    schedule_expression="cron(0 0-23/1 ? * * 2023-2024)"
)

O fuso horário padrão para entradas de data e hora na API schedule é o UTC. Para obter 
mais informações sobre expressões de EventBridge agendamento do Scheduler, consulte a
ScheduleExpressiondocumentação de referência da API EventBridge Scheduler.

As execuções programadas do pipeline do Processador de atributos fornecem à sua função de 
transformação o tempo de execução programado, para ser usado como um token de idempotência 
ou um ponto de referência fixo para entradas baseadas em intervalos de datas. Para desativar 
(ou seja, pausar) ou reativar uma programação, use o parâmetro state da API schedule com
‘DISABLED’ ou‘ENABLED’, respectivamente.

Para obter mais informações sobre o Processador de atributos, consulte Fontes de dados do SDK do 
Processador de atributos.

Execuções baseadas em eventos

Um pipeline de processamento de recursos pode ser configurado para ser executado 
automaticamente quando um evento AWS ocorrer. O SDK de Processamento de atributos fornece 
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uma função put_trigger que aceita uma lista de eventos de origem e um pipeline de destino. Os 
eventos de origem devem ser instâncias de FeatureProcessorPipelineEvent, que especificam 
um pipeline e eventos de status de execução.

A put_trigger função configura uma EventBridge regra e uma meta da Amazon para rotear 
eventos e permite que você especifique um padrão de EventBridge evento para responder a 
qualquer AWS evento. Para obter informações sobre esses conceitos, consulte EventBridge as 
regras, metas e padrões de eventos da Amazon.

Os gatilhos podem ser ativados ou desativados. EventBridge iniciará a execução de um pipeline 
de destino usando a função fornecida no role_arn parâmetro da put_trigger API. A função 
de execução é usada por padrão se o SDK for usado em um ambiente Amazon SageMaker 
Studio Classic ou Notebook. Para obter informações sobre como obter sua função de execução, 
consulteObtenha um perfil de execução.

O exemplo a seguir define:

• Um SageMaker pipeline usando a to_pipeline API, que inclui o nome do pipeline de destino 
(target-pipeline) e sua função de transformação (transform). Para obter informações sobre 
seu Processador de atributos e a função de transformação, consulte Fontes de dados do SDK do 
Processador de atributos.

• Um gatilho usando a API put_trigger, que absorve o FeatureProcessorPipelineEvent
para o evento e o nome do seu pipeline de destino (target-pipeline).

O FeatureProcessorPipelineEvent define o gatilho para quando o status do seu pipeline 
de origem (source-pipeline) se torna Succeeded. Para obter informações sobre a função de 
evento do Pipeline do Processador de atributos, consulte FeatureProcessorPipelineEvent
na seção Ler os documentos da Feature Store.

from sagemaker.feature_store.feature_processor import put_trigger, to_pipeline, 
 FeatureProcessorPipelineEvent

to_pipeline(pipeline_name="target-pipeline", step=transform)

put_trigger( 
    source_pipeline_events=[ 
        FeatureProcessorPipelineEvent( 
            pipeline_name="source-pipeline", 
            status=["Succeeded"] 
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        ) 
    ], 
    target_pipeline="target-pipeline"
)

Para obter um exemplo do uso de gatilhos baseados em eventos para criar execuções contínuas 
e novas tentativas automáticas para seu pipeline do Processador de atributos, consulte Execuções 
contínuas e novas tentativas automáticas usando gatilhos baseados em eventos.

Para obter um exemplo do uso de gatilhos baseados em eventos para criar streaming contínuo e 
novas tentativas automáticas usando gatilhos baseados em eventos, consulte Exemplos de fontes de 
dados personalizadas de streaming.

Monitore os pipelines SageMaker do processador de recursos da Amazon 
Feature Store

AWSfornece ferramentas de monitoramento para monitorar seus SageMaker recursos e aplicativos 
da Amazon em tempo real, relatar quando algo dá errado e realizar ações automáticas quando 
apropriado. Os pipelines do Feature Store Feature Processor são SageMaker pipelines, portanto, 
os mecanismos e integrações de monitoramento padrão estão disponíveis. Métricas operacionais, 
como falhas de execução, podem ser monitoradas por meio de CloudWatch métricas da Amazon e 
EventBridge eventos da Amazon.

Para obter mais informações sobre como monitorar e operacionalizar o Processador de atributos do 
Feature Store, consulte os seguintes recursos:

• Monitore AWS os recursos provisionados ao usar a Amazon SageMaker- Orientação geral sobre 
atividades de monitoramento e auditoria de SageMaker recursos.

• SageMaker Métricas de pipelines- CloudWatch Métricas emitidas por SageMaker pipelines.

• Alteração do estado de execução do pipeline- EventBridge eventos emitidos para SageMaker 
pipelines e execuções.

• Solução de problemas do Amazon SageMaker Model Building Pipelines- Dicas gerais de 
depuração e solução de problemas para pipelines. SageMaker

Os registros de execução do Feature Store Feature Processor podem ser encontrados no Amazon 
CloudWatch Logs, no /aws/sagemaker/TrainingJobs grupo de registros, onde você pode 
encontrar os fluxos de registros de execução usando convenções de pesquisa. Para execuções 
criadas invocando diretamente a função decorada @feature_processor, você pode encontrar 
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registros no console do seu ambiente de execução local. Para execuções  @remote decoradas, o 
nome do stream de CloudWatch registros contém o nome da função e a data e hora da execução. 
Para execuções de pipeline do Feature Processor, o stream de CloudWatch registros da etapa 
contém a feature-processor string e o ID de execução do pipeline.

Os pipelines do Feature Store Feature Processor e os status de execução recentes podem ser 
encontrados no Amazon SageMaker Studio Classic para um determinado grupo de recursos 
na interface do usuário do Feature Store. Grupos de recursos relacionados aos pipelines do 
Processador de atributos como entradas ou saídas são exibidos na interface do usuário. Além 
disso, a visualização de linhagem pode fornecer contexto para execuções upstream, como pipelines 
de produção de dados do Processador de atributos e fontes de dados, para depuração adicional. 
Para obter mais informações sobre como usar a visualização de linhagem usando o Studio Classic, 
consulteVeja a linhagem no console.

Permissões e funções de execução do IAM

Para usar o SDK do Amazon SageMaker Python, é necessário ter permissões para interagir 
com. Serviços da AWS As políticas a seguir são necessárias para a funcionalidade completa 
do Processador de atributos. Você pode anexar AmazonSageMakerFullAccessas políticas
AmazonEventBridgeSchedulerFullAccessAWSgerenciadas anexadas à sua função do IAM. Para 
obter informações sobre como anexar políticas ao seu perfil do IAM, consulte Adicionar políticas ao 
seu perfil do IAM. Veja os seguintes exemplos para obter mais detalhes.

A política de confiança da função à qual essa política é aplicada deve permitir os princípios 
“scheduler.amazonaws.com”, “sagemaker.amazonaws.com” e “glue.amazonaws.com”.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "", 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "scheduler.amazonaws.com", 
                    "sagemaker.amazonaws.com", 
                    "glue.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
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    ]
}

Restrições, limites e cotas do Processador de atributos

O processamento de SageMaker recursos da Amazon Feature Store depende do rastreamento de 
linhagem SageMaker de aprendizado de máquina (ML). O Processador de atributos do Feature 
Store usa contextos de linhagem para representar e rastrear Pipelines e versões do Pipeline de 
Processamento de atributos. Cada Processador de atributos do Feature Store consome pelo menos 
dois contextos de linhagem (um para o Pipeline de Processamento de atributos e outro para a 
versão). Se a fonte de dados de entrada ou saída de um Pipeline de Processamento de atributos 
mudar, um contexto de linhagem adicional será criado. Você pode atualizar os limites de linhagem de 
SageMaker ML entrando em contato com o AWS suporte para aumentar o limite. Os limites padrão 
para recursos usados pelo Processador de atributos do Feature Store são os seguintes. Para obter 
informações sobre rastreamento SageMaker de linhagem de ML, consulteRastreamento SageMaker 
de linhagem do Amazon ML.

Para obter mais informações sobre SageMaker cotas, consulte  SageMaker endpoints e cotas da 
Amazon.

Limites de linhagem por Região

• Contextos – 500 (limite flexível)

• Artefatos – 6.000 (limite flexível)

• Associações – 6.000 (limite flexível)

Limites de treinamento por Região

• Maior tempo de execução para um trabalho de treinamento – 432.000 segundos

• Número máximo de instâncias por trabalho de treinamento – 20

• Número máximo de solicitações de CreateTrainingJob que podem ser feitas por segundo 
nesta conta na região atual – 1 TPS

• Período de keep alive para reutilização de clusters – 3.600 segundos

Número máximo de Pipelines e execuções simultâneas de pipelines por Região

• Número máximo de pipelines permitidos por conta – 500
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• Número máximo de pipelines simultâneos permitidos por conta – 20

• Tempo em que as execuções do pipeline atingem o tempo limite – 672 horas

Fontes de dados

O Amazon SageMaker Feature Store Feature Processing suporta várias fontes de dados. O SDK do 
Processador de atributos para Python (Boto3) fornece construções para carregar dados de grupos 
de atributos ou objetos armazenados no Amazon S3. Além disso, você pode criar fontes de dados 
personalizadas para carregar dados de outras fontes de dados. Para obter informações sobre as 
fontes de dados fornecidas pelo Feature Store, consulte Fonte de dados do Processador de atributos 
do SDK Python do Feature Store.

Tópicos

• Fontes de dados do SDK do Processador de atributos

• Fontes de dados personalizadas

• Exemplos de fontes de dados personalizadas

Fontes de dados do SDK do Processador de atributos

O Amazon SageMaker Feature Store Feature Processor SDK for Python (Boto3) fornece construções 
para carregar dados de grupos de recursos ou objetos armazenados no Amazon S3. Para obter uma 
lista completa das definições das fontes de dados fornecidas pelo Feature Store, consulte a Fonte de 
dados do Processador de atributos do SDK Python do Feature Store.

Para ver exemplos de como usar as definições da fonte de dados do SDK Python do Feature Store 
para, consulte Exemplo de código de Processamento de atributos para casos de uso comuns.

FeatureGroupDataSource

O FeatureGroupDataSource é usado para especificar um grupo de atributos como fonte de 
dados de entrada para um Processador de atributos. Os dados podem ser carregados de um 
grupo de atributos do armazenamento offline. A tentativa de carregar seus dados de um grupo de 
atributos do armazenamento on-line resultará em um erro de validação. Você pode especificar 
os deslocamentos inicial e final para limitar os dados que são carregados em um intervalo de 
tempo específico. Por exemplo, você pode especificar um início de deslocamento de “14 dias” para 
carregar somente as últimas duas semanas de dados e também pode especificar um término de 
deslocamento de “7 dias” para limitar a entrada à semana anterior de dados.

Fontes de dados 2575

https://github.com/aws/sagemaker-python-sdk/blob/master/src/sagemaker/feature_store/feature_processor/_data_source.py
https://github.com/aws/sagemaker-python-sdk/blob/master/src/sagemaker/feature_store/feature_processor/_data_source.py
https://github.com/aws/sagemaker-python-sdk/blob/master/src/sagemaker/feature_store/feature_processor/_data_source.py
https://github.com/aws/sagemaker-python-sdk/blob/master/src/sagemaker/feature_store/feature_processor/_data_source.py


Amazon SageMaker Guia do Desenvolvedor

Definições da fonte de dados fornecidas pelo Feature Store

O SDK Python do Feature Store contém definições da fonte de dados que podem ser usadas para 
especificar várias fontes de dados de entrada para um Processador de atributos. Isso inclui fontes 
de tabelas CSV, Parquet e Iceberg. Para obter uma lista completa das definições das fontes de 
dados fornecidas pelo Feature Store, consulte a Fonte de dados do Processador de atributos do SDK 
Python do Feature Store.

Fontes de dados personalizadas

Nesta página, descreveremos como criar uma classe de fonte de dados personalizada e 
mostraremos alguns exemplos de uso. Com fontes de dados personalizadas, você pode usar as 
APIs fornecidas pelo SageMaker SDK for Python (Boto3) da mesma forma como se estivesse 
usando fontes de dados fornecidas pela Amazon Feature Store. SageMaker

Para usar uma fonte de dados personalizada para transformar e ingerir dados em um 
grupo de atributos usando o Processamento de atributos, você precisará estender a classe
PySparkDataSource com os seguintes membros e funções da classe.

• data_source_name (str): um nome arbitrário para a fonte de dados. Por exemplo, Amazon 
Redshift, Snowflake ou um ARN do Catálogo Glue.

• data_source_unique_id (str): um identificador exclusivo que se refere ao recurso específico 
que está sendo acessado. Por exemplo, nome da tabela, ARN da tabela DDB, prefixo Amazon 
S3. Todo o uso do mesmo data_source_unique_id em fontes de dados personalizadas será 
associado à mesma fonte de dados na visualização de linhagem. A linhagem inclui informações 
sobre o código de execução de um fluxo de trabalho de processamento de atributos, quais fontes 
de dados foram usadas e como elas são ingeridas no grupo de atributos ou no atributo. Para obter 
informações sobre a visualização da linhagem de um grupo de recursos no Studio, consulteVeja a 
linhagem no console.

• read_data (func): um método usado para se conectar ao processador de atributos. Retorna 
um estrutura de dados do Spark. Para obter exemplos, consulte Exemplos de fontes de dados 
personalizadas.

Ambos data_source_name data_source_unique_id são usados para identificar de forma 
exclusiva sua entidade de linhagem. Veja a seguir um exemplo de uma classe de fonte de dados 
personalizada chamada CustomDataSource.

from sagemaker.feature_store.feature_processor import PySparkDataSource
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from pyspark.sql import DataFrame

class CustomDataSource(PySparkDataSource): 
     
    data_source_name = "custom-data-source-name" 
    data_source_unique_id = "custom-data-source-id" 
     
    def read_data(self, parameter, spark) -> DataFrame: 
         your own code here to read data into a Spark dataframe
        return dataframe

Exemplos de fontes de dados personalizadas

Esta seção fornece exemplos de implantações de fontes de dados personalizadas para 
Processadores de atributos. Para obter mais informações sobre fontes de dados personalizadas, 
consulte Fontes de dados personalizadas.

A segurança é uma responsabilidade compartilhada entre AWS e nossos clientes. A AWS é 
responsável por proteger a infraestrutura que executa os serviços no Nuvem AWS. Os clientes são 
responsáveis por todas as tarefas necessárias de configuração e gerenciamento de segurança. Por 
exemplo, segredos como credenciais de acesso aos armazenamentos de dados não devem ser 
codificados em suas fontes de dados personalizadas. Você pode usar AWS Secrets Manager para 
gerenciar essas credenciais. Para obter mais informações sobre o Secrets Manager, consulte O que 
é o AWS Secrets Manager? no Manual do usuário do AWS Secrets Manager. Os exemplos a seguir 
usarão o Secrets Manager para suas credenciais.

Tópicos

• Exemplos de fontes de dados personalizadas dos Clusters do Amazon Redshift (JDBC)

• Exemplos de fontes de dados personalizadas do Snowflake

• Exemplos de fontes de dados personalizadas do Databricks (JDBC)

• Exemplos de fontes de dados personalizadas de streaming

Exemplos de fontes de dados personalizadas dos Clusters do Amazon Redshift (JDBC)

O Amazon Redshift oferece um driver JDBC que pode ser usado para ler dados com o Spark. Para 
obter informações sobre como baixar o driver JDBC do Amazon Redshift, consulte Baixar o driver 
JDBC do Amazon Redshift, versão 2.1.
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Para criar a classe de fonte de dados personalizada do Amazon Redshift, você precisará substituir o 
método read_data do Fontes de dados personalizadas.

Para se conectar a um cluster do Amazon Redshift, você precisa de:

• URL do JDBC do Amazon Redshift (jdbc-url)

Para obter informações sobre como obter o URL do JDBC do Amazon Redshift, consulte Obter o 
URL do JDBC no Guia do desenvolvedor de banco de dados do Amazon Redshift.

• Nome de usuário (redshift-user) e senha (redshift-password) do Amazon Redshift

Para obter informações sobre como criar e gerenciar usuários de banco de dados usando os 
comandos SQL do Amazon Redshift, consulte Usuários no Guia do desenvolvedor de banco de 
dados do Amazon Redshift.

• Nome da tabela do Amazon Redshift (redshift-table-name)

Para obter informações sobre como criar uma tabela com alguns exemplos, consulte CRIAR 
TABELA no Guia do desenvolvedor de banco de dados do Amazon Redshift.

• (Opcional) Se estiver usando o Secrets Manager, você precisará do nome do segredo (secret-
redshift-account-info) onde você armazena seu nome de usuário e senha de acesso ao 
Amazon Redshift no Secrets Manager.

Para ter mais informações sobre o Secrets Manager, consulte Encontrar segredos no AWS 
Secrets Manager, no Guia do usuário do AWS Secrets Manager.

• Região da AWS (your-region)

Para obter informações sobre como obter o nome da região da sua sessão atual usando o SDK 
para Python (Boto3), consulte region_name na documentação do Boto3.

O exemplo a seguir demonstra como recuperar o URL do JDBC e o token de acesso pessoal do 
Secrets Manager e substituir o read_data pela sua classe de fonte de dados personalizada,
DatabricksDataSource.

from sagemaker.feature_store.feature_processor import PySparkDataSource
import json
import boto3

class RedshiftDataSource(PySparkDataSource): 
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    data_source_name = "Redshift" 
    data_source_unique_id = "redshift-resource-arn" 
     
    def read_data(self, spark, params): 
        url = "jdbc-url?user=redshift-user&password=redshift-password" 
        aws_iam_role_arn = "redshift-command-access-role" 
        secret_name = "secret-redshift-account-info" 
        region_name = "your-region" 
         
        session = boto3.session.Session() 
        sm_client = session.client( 
            service_name='secretsmanager', 
            region_name=region_name, 
        ) 
         
        secrets = json.loads(sm_client.get_secret_value(SecretId=secret_name)
["SecretString"]) 
        jdbc_url = url.replace("jdbc-url", secrets["jdbcurl"]).replace("redshift-user", 
 secrets['username']).replace("redshift-password", secrets['password']) 
         
        return spark.read \ 
             .format("jdbc") \ 
             .option("url", url) \ 
             .option("driver", "com.amazon.redshift.Driver") \ 
             .option("dbtable", "redshift-table-name") \ 
             .option("tempdir", "s3a://your-bucket-name/your-bucket-prefix") \ 
             .option("aws_iam_role", aws_iam_role_arn) \ 
             .load()

O exemplo a seguir mostra como conectar o RedshiftDataSource ao decorador
feature_processor.

from sagemaker.feature_store.feature_processor import feature_processor 
     
@feature_processor( 
    inputs=[RedshiftDataSource()], 
    output="feature-group-arn", 
    target_stores=["OfflineStore"], 
    spark_config={"spark.jars.packages": "com.amazon.redshift:redshift-
jdbc42:2.1.0.16"}
)
def transform(input_df): 
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    return input_df

Para executar o trabalho do processador de atributos remotamente, você precisa fornecer o driver 
jdbc definindo o SparkConfig e passando-o para o decorador @remote.

from sagemaker.remote_function import remote
from sagemaker.remote_function.spark_config import SparkConfig

config = { 
    "Classification": "spark-defaults", 
    "Properties": { 
      "spark.jars.packages": "com.amazon.redshift:redshift-jdbc42:2.1.0.16" 
    }
}

@remote( 
    spark_config=SparkConfig(configuration=config), 
    instance_type="ml.m5.2xlarge",
)
@feature_processor( 
    inputs=[RedshiftDataSource()], 
    output="feature-group-arn", 
    target_stores=["OfflineStore"],
)
def transform(input_df): 
    return input_df

Exemplos de fontes de dados personalizadas do Snowflake

O Snowflake fornece um conector Spark que pode ser usado para seu decorador
feature_processor. Para obter informações sobre o conector Snowflake para Spark, consulte
Conector Snowflake para Spark na documentação do Snowflake.

Para criar a classe de fonte de dados personalizada do Snowflake, você precisará substituir o 
método read_data do Fontes de dados personalizadas e adicionar os pacotes de conectores do 
Spark ao classpath do Spark.

Para se conectar a uma fonte de dados do Snowflake, você precisa:

• URL do Snowflake (sf-url)
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Para obter informações sobre URLs para acessar as interfaces web do Snowflake, consulte
Identificadores de conta na documentação do Snowflake.

• Banco de dados do Snowflake (sf-database)

Para obter informações sobre como obter o nome do seu banco de dados usando o Snowflake, 
consulte CURRENT_DATABASE na documentação do Snowflake.

• Esquema do banco de dados do Snowflake (sf-schema)

Para obter informações sobre como obter o nome do seu esquema usando o Snowflake, consulte
CURRENT_SCHEMA na documentação do Snowflake.

• Warehouse do Snowflake (sf-warehouse)

Para obter informações sobre como obter o nome do seu warehouse usando o Snowflake, 
consulte CURRENT_WAREHOUSE na documentação do Snowflake.

• Nome da tabela do Snowflake (sf-table-name)

• (Opcional) Se estiver usando o Secrets Manager, você precisará do nome do segredo (secret-
snowflake-account-info) onde você armazena seu nome de usuário e senha de acesso ao 
Snowflake no Secrets Manager.

Para ter mais informações sobre o Secrets Manager, consulte Encontrar segredos no AWS 
Secrets Manager, no Guia do usuário do AWS Secrets Manager.

• Região da AWS (your-region)

Para obter informações sobre como obter o nome da região da sua sessão atual usando o SDK 
para Python (Boto3), consulte region_name na documentação do Boto3.

O exemplo a seguir demonstra como recuperar o nome de usuário e senha do Snowflake no 
Secrets Manager e substituir a função read_data pela sua classe de fonte de dados personalizada
SnowflakeDataSource.

from sagemaker.feature_store.feature_processor import PySparkDataSource
from sagemaker.feature_store.feature_processor import feature_processor
import json
import boto3

class SnowflakeDataSource(PySparkDataSource): 
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    sf_options = {  
        "sfUrl" : "sf-url", 
        "sfDatabase" : "sf-database", 
        "sfSchema" : "sf-schema", 
        "sfWarehouse" : "sf-warehouse", 
    } 

    data_source_name = "Snowflake" 
    data_source_unique_id = "sf-url" 
     
    def read_data(self, spark, params): 
        secret_name = "secret-snowflake-account-info" 
        region_name = "your-region" 

        session = boto3.session.Session() 
        sm_client = session.client( 
            service_name='secretsmanager', 
            region_name=region_name, 
        ) 
         
        secrets = json.loads(sm_client.get_secret_value(SecretId=secret_name)
["SecretString"]) 
        self.sf_options["sfUser"] = secrets.get("username") 
        self.sf_options["sfPassword"] = secrets.get("password") 
         
        return spark.read.format("net.snowflake.spark.snowflake") \ 
                        .options(**self.sf_options) \ 
                        .option("dbtable", "sf-table-name") \ 
                        .load()

O exemplo a seguir mostra como conectar o SnowflakeDataSource ao decorador
feature_processor.

from sagemaker.feature_store.feature_processor import feature_processor

@feature_processor( 
    inputs=[SnowflakeDataSource()], 
    output=feature-group-arn, 
    target_stores=["OfflineStore"], 
    spark_config={"spark.jars.packages": "net.snowflake:spark-snowflake_2.12:2.12.0-
spark_3.3"}
)
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def transform(input_df): 
    return input_df

Para executar o trabalho do processador de atributos remotamente, você precisa fornecer os pacotes 
definindo o SparkConfig e passando-os para o decorador @remote. Os pacotes Spark no exemplo 
a seguir mostra que spark-snowflake_2.12 é a versão Scala do Processador de atributos,
2.12.0 é a versão do Snowflake que você deseja usar e spark_3.3 é a versão do Spark do 
Processador de atributos.

from sagemaker.remote_function import remote
from sagemaker.remote_function.spark_config import SparkConfig

config = { 
    "Classification": "spark-defaults", 
    "Properties": { 
      "spark.jars.packages": "net.snowflake:spark-snowflake_2.12:2.12.0-spark_3.3" 
    }
}

@remote( 
    spark_config=SparkConfig(configuration=config), 
    instance_type="ml.m5.2xlarge",
)
@feature_processor( 
    inputs=[SnowflakeDataSource()], 
    output="feature-group-arn>", 
    target_stores=["OfflineStore"],
)
def transform(input_df): 
    return input_df

Exemplos de fontes de dados personalizadas do Databricks (JDBC)

O Spark pode ler dados do Databricks usando o driver JDBC do Databricks. Para obter informações 
sobre o driver JDBC do Databricks, consulte Configurar os drivers ODBC e JDBC do Databricks na 
documentação do Databricks.
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Note

Você pode ler dados de qualquer outro banco de dados incluindo o driver JDBC 
correspondente no classpath do Spark. Para obter mais informações, consulte JDBC para 
outros bancos de dados no Guia do Spark SQL.

Para criar a classe de fonte de dados personalizada do Databricks, você precisará substituir o 
método read_data do Fontes de dados personalizadas e adicionar os arquivos jar do JDBC ao 
classpath do Spark.

Para se conectar a uma fonte de dados do Databricks, você precisa:

• URL do Databricks (databricks-url)

Para obter informações sobre o URL do Databricks, consulte Criar URL da conexão para o driver 
do Databricks na documentação do Databricks.

• Token de acesso pessoal do Databricks (personal-access-token)

Para obter informações sobre seu token de acesso ao Databricks, consulte Autenticação do token 
de acesso pessoal do Databricks na documentação do Databricks.

• Nome do catálogo de dados (db-catalog)

Para obter informações sobre o nome do catálogo do Databricks, consulte Nome de catálogo na 
documentação do Databricks.

• Nome do esquema (db-schema)

Para obter informações sobre o nome do esquema do Databricks, consulte Nome do esquema na 
documentação do Databricks.

• Nome da tabela (db-table-name)

Para obter informações sobre o nome da tabela do Databricks, consulte Nome da tabela na 
documentação do Databricks.

• (Opcional) Se estiver usando o Secrets Manager, você precisará do nome do segredo (secret-
databricks-account-info) onde você armazena seu nome de usuário e senha de acesso ao 
Databricks no Secrets Manager.
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Para ter mais informações sobre o Secrets Manager, consulte Encontrar segredos no AWS 
Secrets Manager, no Guia do usuário do AWS Secrets Manager.

• Região da AWS (your-region)

Para obter informações sobre como obter o nome da região da sua sessão atual usando o SDK 
para Python (Boto3), consulte region_name na documentação do Boto3.

O exemplo a seguir demonstra como recuperar o URL do JDBC e o token de acesso pessoal do 
Secrets Manager e substituir o read_data pela sua classe de fonte de dados personalizada,
DatabricksDataSource.

from sagemaker.feature_store.feature_processor import PySparkDataSource
import json
import boto3

class DatabricksDataSource(PySparkDataSource): 
     
    data_source_name = "Databricks" 
    data_source_unique_id = "databricks-url" 
     
    def read_data(self, spark, params): 
        secret_name = "secret-databricks-account-info" 
        region_name = "your-region" 

        session = boto3.session.Session() 
        sm_client = session.client( 
            service_name='secretsmanager', 
            region_name=region_name, 
        ) 
         
        secrets = json.loads(sm_client.get_secret_value(SecretId=secret_name)
["SecretString"]) 
        jdbc_url = secrets["jdbcurl"].replace("personal-access-token", secrets['pwd']) 
          
        return spark.read.format("jdbc") \ 
                        .option("url", jdbc_url) \ 
                        .option("dbtable","`db-catalog`.`db-schema`.`db-table-name`") \ 
                        .option("driver", "com.simba.spark.jdbc.Driver") \ 
                        .load()
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O exemplo a seguir mostra como fazer o upload dos arquivos jar do driver JDBC, jdbc-jar-file-
name.jar, para o Amazon S3 para adicioná-lo ao classpath do Spark. Para obter informações sobre 
como baixar o driver JDBC (jdbc-jar-file-name.jar) do Spark a partir do Databricks, consulte
Baixar o driver JDBC no site do Databricks.

from sagemaker.feature_store.feature_processor import feature_processor 
     
@feature_processor( 
    inputs=[DatabricksDataSource()], 
    output=feature-group-arn, 
    target_stores=["OfflineStore"], 
    spark_config={"spark.jars": "s3://your-bucket-name/your-bucket-prefix/jdbc-jar-
file-name.jar"}
)
def transform(input_df): 
    return input_df

Para executar o trabalho do processador de atributos remotamente, você precisa fornecer os 
arquivos jar definindo o SparkConfig e passando-os para o decorador @remote.

from sagemaker.remote_function import remote
from sagemaker.remote_function.spark_config import SparkConfig

config = { 
    "Classification": "spark-defaults", 
    "Properties": { 
      "spark.jars": "s3://your-bucket-name/your-bucket-prefix/jdbc-jar-file-name.jar" 
    }
}

@remote( 
    spark_config=SparkConfig(configuration=config), 
    instance_type="ml.m5.2xlarge",
)
@feature_processor( 
    inputs=[DatabricksDataSource()], 
    output="feature-group-arn", 
    target_stores=["OfflineStore"],
)
def transform(input_df): 
    return input_df
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Exemplos de fontes de dados personalizadas de streaming

Você pode se conectar a fontes de dados de streaming, como o Amazon Kinesis, e criar 
transformações com o Spark Structured Streaming para ler a partir de fontes de dados de streaming. 
Para obter informações sobre o conector Kinesis, consulte Conector Kinesis para streaming 
estruturado do Spark em. GitHub Para obter mais informações sobre o Amazon Kinesis, consulte O 
que é o Amazon Kinesis Data Streams? no Guia do desenvolvedor do Amazon Kinesis.

Para criar a classe de fonte de dados personalizada do Amazon Kinesis, você precisará estender a 
classe BaseDataSource e sobrescrever o método read_data do Fontes de dados personalizadas.

Para se conectar a um stream de dados do Amazon Kinesis, você precisa:

• ARN do Kinesis (kinesis-resource-arn)

Para obter informações sobre ARNs de stream de dados do Kinesis, consulte Nome do recurso da 
Amazon (ARNs) para Kinesis Data Streams no Guia do desenvolvedor do Amazon Kinesis.

• Nome do stream de dados do Kinesis (kinesis-stream-name)

• Região da AWS (your-region)

Para obter informações sobre como obter o nome da região da sua sessão atual usando o SDK 
para Python (Boto3), consulte region_name na documentação do Boto3.

from sagemaker.feature_store.feature_processor import BaseDataSource
from sagemaker.feature_store.feature_processor import feature_processor

class KinesisDataSource(BaseDataSource): 

    data_source_name = "Kinesis" 
    data_source_unique_id = "kinesis-resource-arn" 
     
    def read_data(self, spark, params):  
        return spark.readStream.format("kinesis") \ 
            .option("streamName", "kinesis-stream-name") \ 
            .option("awsUseInstanceProfile", "false") \ 
            .option("endpointUrl", "https://kinesis.your-region.amazonaws.com") 
            .load()

O exemplo a seguir demonstra como conectar o KinesisDataSource ao decorador
feature_processor.
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from sagemaker.remote_function import remote
from sagemaker.remote_function.spark_config import SparkConfig
import feature_store_pyspark.FeatureStoreManager as fsm

def ingest_micro_batch_into_fg(input_df, epoch_id): 
    feature_group_arn = "feature-group-arn" 
    fsm.FeatureStoreManager().ingest_data( 
        input_data_frame = input_df, 
        feature_group_arn = feature_group_arn 
    )

@remote( 
    spark_config=SparkConfig( 
        configuration={ 
            "Classification": "spark-defaults",  
            "Properties":{ 
                "spark.sql.streaming.schemaInference": "true", 
                "spark.jars.packages": "com.roncemer.spark/spark-sql-
kinesis_2.13/1.2.2_spark-3.2" 
            } 
        } 
    ), 
    instance_type="ml.m5.2xlarge", 
    max_runtime_in_seconds=2419200 # 28 days
)
@feature_processor( 
    inputs=[KinesisDataSource()], 
    output="feature-group-arn"
)
def transform(input_df):     
    output_stream = ( 
        input_df.selectExpr("CAST(rand() AS STRING) as partitionKey", "CAST(data AS 
 STRING)") 
        .writeStream.foreachBatch(ingest_micro_batch_into_fg) 
        .trigger(processingTime="1 minute") 
        .option("checkpointLocation", "s3a://checkpoint-path") 
        .start() 
    ) 
    output_stream.awaitTermination()

No código de exemplo acima, usamos algumas opções do Spark Structured Streaming ao transmitir 
microlotes para seu grupo de atributos. Para ver uma lista completa de opções, consulte o Guia de 
programação de streaming estruturado na documentação do Apache Spark.
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• O modo sink foreachBatch é um atributo que permite aplicar operações e escrever lógica nos 
dados de saída de cada microlote de uma consulta de streaming.

Para obter informações sobre issoforeachBatch, consulte Usando o Foreach e ForeachBatch no 
Guia de programação de streaming estruturado do Apache Spark.

• A opção checkpointLocation salva periodicamente o estado do aplicativo de streaming. O 
registro de streaming é salvo no local s3a://checkpoint-path do ponto de verificação.

Para obter informações sobre a opção checkpointLocation, consulte Recuperando-se de 
falhas com pontos de verificação no Guia de programação do Apache Spark Structured Streaming.

• A configuração trigger define com que frequência o processamento em microlote é acionado 
em um aplicativo de streaming. No exemplo, o tipo de gatilho de tempo de processamento é usado 
com intervalos de microlote de um minuto, especificados por trigger(processingTime="1 
minute"). Para preencher a partir de uma fonte de fluxo, você pode usar o tipo de gatilho 
disponível agora, especificado por trigger(availableNow=True).

Para ver uma lista completa dos tipos de trigger, consulte Gatilhos no Guia de programação do 
Apache Spark Structured Streaming.

Streaming contínuo e novas tentativas automáticas usando gatilhos baseados em eventos

O Feature Processor usa o SageMaker treinamento como infraestrutura computacional e tem um 
limite máximo de tempo de execução de 28 dias. Você pode usar gatilhos baseados em eventos 
para estender seu streaming contínuo por um longo período de tempo e se recuperar de falhas 
transitórias. Para obter mais informações sobre execuções baseadas em programações e eventos, 
consulte Execuções programadas e baseadas em eventos para pipelines do Processador de 
atributos.

Veja a seguir um exemplo de configuração de um gatilho baseado em eventos para manter o 
pipeline de streaming do Processador de atributos funcionando continuamente. Ele usa a função 
de transformação de streaming definida no exemplo anterior. Um pipeline de destino pode ser 
configurado para ser acionado quando ocorre um evento STOPPED ou FAILED para a execução de 
um pipeline de origem. Observe que o mesmo pipeline é usado como origem e destino para que seja 
executado continuamente.

import sagemaker.feature_store.feature_processor as fp
from sagemaker.feature_store.feature_processor import FeatureProcessorPipelineEvent
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from sagemaker.feature_store.feature_processor import 
 FeatureProcessorPipelineExecutionStatus

streaming_pipeline_name = "streaming-pipeline"
streaming_pipeline_arn = fp.to_pipeline( 
    pipeline_name = streaming_pipeline_name, 
    step = transform # defined in previous section
)

fp.put_trigger( 
    source_pipeline_events=FeatureProcessorPipelineEvents( 
        pipeline_name=source_pipeline_name,  
        pipeline_execution_status=[ 
            FeatureProcessorPipelineExecutionStatus.STOPPED, 
            FeatureProcessorPipelineExecutionStatus.FAILED] 
    ), 
    target_pipeline=target_pipeline_name
)

Exemplo de código de Processamento de atributos para casos de uso 
comuns

Os exemplos a seguir fornecem amostras de código de Processamento de atributos para casos de 
uso comuns. Para um exemplo mais detalhado de caderno mostrando casos de uso específicos, 
consulte o caderno de processamento de SageMaker recursos da Amazon Feature Store.

Nos exemplos a seguir, us-east-1 é a região do recurso, 111122223333 é o ID da conta do 
proprietário do recurso e your-feature-group-name é o nome do grupo de atributos.

O conjunto de dados transactions usado nos exemplos a seguir tem o seguinte esquema:

'FeatureDefinitions': [ 
  {'FeatureName': 'txn_id', 'FeatureType': 'String'}, 
  {'FeatureName': 'txn_time', 'FeatureType': 'String'}, 
  {'FeatureName': 'credit_card_num', 'FeatureType': 'String'}, 
  {'FeatureName': 'txn_amount', 'FeatureType': 'Fractional'}
]

Tópicos

• Junção de dados de várias fontes de dados

• Agregados de janelas deslizantes
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• Agregados de janelas em cascata

• Promoção do armazenamento offline para o armazenamento on-line

• Transformações com a biblioteca Pandas

• Execuções contínuas e novas tentativas automáticas usando gatilhos baseados em eventos

Junção de dados de várias fontes de dados

@feature_processor( 
    inputs=[ 
        CSVDataSource('s3://bucket/customer'),  
        FeatureGroupDataSource('transactions') 
    ], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'
)
def join(transactions_df, customer_df): 
  '''Combine two data sources with an inner join on a common column''' 

  return transactions_df.join( 
    customer_df, transactions_df.customer_id == customer_df.customer_id, "inner" 
  )

Agregados de janelas deslizantes

@feature_processor( 
    inputs=[FeatureGroupDataSource('transactions')], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'
)
def sliding_window_aggregates(transactions_df): 
    '''Aggregates over 1-week windows, across 1-day sliding windows.''' 
    from pyspark.sql.functions import window, avg, count 
     
    return ( 
        transactions_df 
            .groupBy("credit_card_num", window("txn_time", "1 week", "1 day")) 
            .agg(avg("txn_amount").alias("avg_week"), count("*").alias("count_week"))  
            .orderBy("window.start") 
            .select("credit_card_num", "window.start", "avg_week", "count_week") 
    )
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Agregados de janelas em cascata

@feature_processor( 
    inputs=[FeatureGroupDataSource('transactions')], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/your-feature-group-
name'
)
def tumbling_window_aggregates(transactions_df, spark): 
    '''Aggregates over 1-week windows, across 1-day tumbling windows, as a SQL 
 query.''' 

    transactions_df.createOrReplaceTempView('transactions') 
    return spark.sql(f''' 
        SELECT credit_card_num, window.start, AVG(amount) AS avg, COUNT(*) AS count   
        FROM transactions 
        GROUP BY credit_card_num, window(txn_time, "1 week")   
        ORDER BY window.start 
    ''')

Promoção do armazenamento offline para o armazenamento on-line

@feature_processor( 
    inputs=[FeatureGroupDataSource('transactions')], 
    target_stores=['OnlineStore'], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/transactions'
)
def offline_to_online(): 
    '''Move data from the offline store to the online store of the same feature 
 group.''' 

    transactions_df.createOrReplaceTempView('transactions') 
    return spark.sql(f''' 
        SELECT txn_id, txn_time, credit_card_num, amount 
        FROM 
            (SELECT *, 
            row_number() 
            OVER 
                (PARTITION BY txn_id 
                ORDER BY "txn_time" DESC, Api_Invocation_Time DESC, write_time DESC) 
            AS row_number 
            FROM transactions) 
        WHERE row_number = 1 
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    ''')

Transformações com a biblioteca Pandas

Transformações com a biblioteca Pandas

@feature_processor( 
    inputs=[FeatureGroupDataSource('transactions')], 
    target_stores=['OnlineStore'], 
    output='arn:aws:sagemaker:us-east-1:111122223333:feature-group/transactions'
)
def pandas(transactions_df): 
    '''Author transformations using the Pandas interface. 
     
    Requires PyArrow to be installed via pip. 
    For more details: https://spark.apache.org/docs/latest/api/python/user_guide/
pandas_on_spark 
    ''' 
    import pyspark.pandas as ps 
     
    # PySpark DF to Pandas-On-Spark DF (Distributed DF with Pandas interface). 
    pandas_on_spark_df = transactions_df.pandas_api() 
    # Pandas-On-Spark DF to Pandas DF (Single Machine Only). 
    pandas_df = pandas_on_spark_df.to_pandas() 
     
    # Reverse: Pandas DF to Pandas-On-Spark DF 
    pandas_on_spark_df = ps.from_pandas(pandas_df) 
    # Reverse: Pandas-On-Spark DF to PySpark DF 
    spark_df = pandas_on_spark_df.to_spark() 
     
    return spark_df

Execuções contínuas e novas tentativas automáticas usando gatilhos baseados em 
eventos

from sagemaker.feature_store.feature_processor import put_trigger, to_pipeline, 
 FeatureProcessorPipelineEvent
from sagemaker.feature_store.feature_processor import 
 FeatureProcessorPipelineExecutionStatus

streaming_pipeline_name = "target-pipeline"
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to_pipeline( 
    pipeline_name=streaming_pipeline_name, 
    step=transform
)

put_trigger( 
    source_pipeline_events=[ 
        FeatureProcessorPipelineEvent( 
            pipeline_name=streaming_pipeline_name,  
            pipeline_execution_status=[ 
            FeatureProcessorPipelineExecutionStatus.STOPPED, 
            FeatureProcessorPipelineExecutionStatus.FAILED] 
        ) 
    ], 
    target_pipeline=streaming_pipeline_name
)

Duração do tempo de vida (TTL) dos registros

A Amazon SageMaker Feature Store oferece a opção de excluir permanentemente os registros 
da loja on-line após atingir um período de tempo, com a duração de tempo de vida (TTL) 
(TtlDuration). O registro expirará depois que o EventTime do registro mais a TtlDuration
forem atingidos, ou ExpiresAt = EventTime + TtlDuration. O TtlDuration pode ser aplicado 
em um nível de grupo de atributos, em que todos os registros dentro do grupo de atributos terão 
o TtlDuration por padrão, ou em um nível de registro individual. Se TtlDuration não for 
especificado, o valor padrão será null e o registro permanecerá no armazenamento on-line até ser 
sobrescrito.

Um registro excluído usando TtlDuration é excluído permanentemente ou completamente 
removido do armazenamento on-line, e o registro excluído é adicionado ao armazenamento offline. 
Para obter mais informações sobre exclusão definitiva e modos de exclusão, consulte o guia
DeleteRecordde referência de SageMaker API da Amazon. Quando um registro é excluído 
permanentemente, ele se torna imediatamente inacessível usando as APIs da Feature Store.

Important

A TTL normalmente exclui itens expirados depois de alguns dias. Dependendo do tamanho e 
do nível de atividade de uma tabela, a operação de exclusão real de um item expirado pode 
variar. Como o TTL deve ser um processo em segundo plano, a natureza da capacidade 
usada para expirar e excluir itens via TTL é variável (mas gratuita). Para obter mais 
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informações sobre como os itens são excluídos de uma tabela do DynamoDB, consulte
Como funciona: tempo de vida (TTL) do DynamoDB.

A TtlDuration deve ser um dicionário contendo a Unit e o Value, em que a Unit deve ser 
uma string com valores “Segundos”, “Minutos”, “Horas”, “Dias” ou “Semanas” e o Value deve 
ser um número inteiro maior ou igual a 1. A TtlDuration pode ser aplicada ao usar as APIs
CreateFeatureGroup, UpdateFeatureGroup e PutRecord. Consulte a sintaxe de solicitação 
e resposta na documentação do SDK para Python (Boto3) para as APIs CreateFeatureGroup,
UpdateFeatureGroup e PutRecord.

• Quando a TtlDuration é aplicada em um nível de grupo de atributos (usando as APIs
CreateFeatureGroup ou UpdateFeatureGroup), a TtlDuration aplicada se 
torna a TtlDuration padrão para todos os registros adicionados ao grupo de atributos
a partir do momento em que a API é chamada. Ao aplicar a TtlDuration com a API
UpdateFeatureGroup, ela não se tornará a TtlDuration padrão para registros criados antes
da chamada da API.

• Quando a TtlDuration é aplicada em um nível de registro (por exemplo, usando a API
PutRecord), a duração TtlDuration se aplica a esse registro e é usada em vez da
TtlDuration padrão do nível de grupo de atributos.

• Quando a TtlDuration é aplicada em um nível de grupo de atributos, pode levar alguns minutos 
que a TtlDuration entre em vigor.

• Se a TtlDuration for usada quando não houver armazenamento on-line, você receberá um erro
Validation Exception (400).

O código de exemplo a seguir mostra como aplicar uma TtlDuration durante a atualização de um 
grupo de atributos, de forma que os registros adicionados ao grupo de atributos após a execução da 
API expirem por padrão quatro semanas após o horário do evento.

import boto3

sagemaker_client = boto3.client("sagemaker")
feature_group_name = '<YOUR_FEATURE_GROUP_NAME>'

sagemaker_client.update_feature_group( 
    FeatureGroupName=feature_group_name, 
    OnlineStoreConfig={ 
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        TtlDuration:{ 
            Unit: "Weeks", 
            Value: 4 
        } 
    }
)

Você pode usar a API DescribeFeatureGroup para ver a TtlDuration padrão.

Para visualizar os prazos de expiração ExpiresAt (no formato ISO-8601 da hora em UTC), ao 
usar as APIs GetRecord ou BatchGetRecord, você deve definir ExpirationTimeResponse
como ENABLED. Consulte a sintaxe de solicitação e resposta na documentação do SDK para Python 
(Boto3) para as APIs DescribeFeatureGroup, GetRecord e BatchGetRecord.

Detecção e acesso a grupos de atributos entre contas
Cientistas e engenheiros de dados podem se beneficiar da exploração e do acesso a atributos que 
abrangem várias contas, a fim de promover a consistência dos dados, agilizar a colaboração e 
reduzir a duplicação de esforços.

Com a Amazon SageMaker Feature Store, você pode compartilhar recursos de grupos de recursos 
entre contas. Os recursos que podem ser compartilhados no Feature Store são entidades do grupo 
de atributos ou o catálogo do grupo de atributos, que contém todas as entidades do grupo de 
atributos em sua conta. A conta do proprietário do recurso compartilha recursos com as contas do 
consumidor do recurso. Há duas categorias distintas de permissões associadas ao compartilhamento 
de recursos:

• Permissão de detecção: detecção significa ser capaz de ver os nomes e metadados dos grupos 
de atributos. Quando você compartilha o catálogo do grupo de atributos e concede a permissão 
de detecção, todas as entidades do grupo de atributos na conta da qual você compartilha 
(conta do proprietário do recurso) podem ser detectadas pelas contas com as quais você está 
compartilhando (conta do consumidor do recurso). Por exemplo, se você tornar o catálogo de 
grupos de atributos na conta do proprietário do recurso detectável para uma conta de consumidor 
de recursos, as entidades principais da conta de consumidor de recursos poderão ver todos os 
grupos de atributos contidos na conta do proprietário do recurso. Isso significa que a detecção 
é “tudo ou nada” no nível da conta (regionalizada). Essa permissão é concedida às contas do 
consumidor de recursos usando o tipo de recurso do catálogo de grupos de atributos.

• Permissões de acesso: quando você concede uma permissão de acesso, você faz isso no nível 
do recurso do grupo de atributos (não no nível da conta). Isso proporciona um controle mais 
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granular sobre a concessão de acesso aos dados. Os tipos de permissões de acesso que podem 
ser concedidas são: somente leitura, leitura-gravação e administração. Por exemplo, você pode 
selecionar somente determinados grupos de atributos da conta do proprietário do recurso para 
serem acessados pelas entidades principais da conta do consumidor do recurso, dependendo 
das necessidades da sua empresa. Essa permissão é concedida às contas do consumidor de 
recursos usando o tipo de recurso dos grupos de atributos e especificando as entidades do grupo 
de atributos.

É importante ter em mente a distinção entre detecção e acesso ao configurar o compartilhamento 
entre contas. Além disso, os métodos de compartilhamento de recursos variam dependendo se você 
está compartilhando grupos de atributos online ou offline. Para obter informações sobre grupos de 
atributos online e offline, consulte Conceitos do Feature Store. Saiba, nos tópicos a seguir, como 
aplicar permissões de detecção e acesso aos seus recursos compartilhados.

O diagrama de exemplo a seguir visualiza o recurso do catálogo do grupo de atributos versus 
uma entidade de recurso do grupo de atributos. O catálogo do grupo de atributos contém todas as 
entidades do grupo de atributos e pode ser compartilhado usando a permissão de detecção. Quando 
uma permissão de detecção é concedida, a conta do consumidor do recurso pode pesquisar e 
detectar todas as entidades do grupo de atributos na conta do proprietário do recurso. Uma entidade 
de grupo de atributos contém seus dados de machine learning e pode ser compartilhada usando a 
permissão de acesso. Quando uma permissão de acesso é concedida, a conta do consumidor do 
recurso pode acessar os dados do grupo de atributos, com o acesso determinado pela permissão de 
acesso relevante.
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Tópicos

• Habilitar a detecção entre contas

• Habilitar o acesso entre contas

Habilitar a detecção entre contas

Com o AWS Resource Access Manager (AWS RAM), você pode compartilhar com segurança o 
catálogo do grupo de atributos, que contém todo o seu grupo de atributos e recursos de atributos, 
com outras Contas da AWS. Isso permite que os membros da sua equipe pesquisem e detectem 
grupos de atributos e atributos que abrangem várias contas, promovendo a consistência dos dados, 
simplificando a colaboração e reduzindo a duplicação de esforços.
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A conta do proprietário do recurso pode compartilhar recursos com outra Contas da AWS individual 
concedendo permissões usando o AWS RAM. A conta do consumidor do recurso é a Conta da 
AWS com quem um recurso é compartilhado, limitada pelas permissões concedidas pela conta do 
proprietário do recurso. Se você é uma organização, talvez queira aproveitar o AWS Organizations, 
com o qual você pode compartilhar recursos com Contas da AWS individuais, com todas as contas 
da sua organização ou em uma Unidade Organizacional (OU), sem precisar aplicar permissões a 
cada conta. Para vídeos instrutivos e mais informações sobre conceitos e benefícios do AWS RAM, 
consulte O que é AWS Resource Access Manager? no Guia do usuário do AWS RAM.

Esta seção aborda como a conta do proprietário do recurso pode escolher o catálogo do grupo de 
atributos e conceder privilégios de detecção às contas do consumidor de recursos e, em seguida, 
como as contas do consumidor de recursos com o privilégio de detecção podem usar a pesquisa e 
detectar dos grupos de atributos na conta do proprietário do recurso. A permissão de detecção não 
concede permissões de acesso (somente leitura, leitura-gravação ou administrador). As permissões 
de acesso são concedidas no nível do recurso e não no nível da conta. Para obter informações sobre 
como conceder essas permissões de acesso, consulte Habilitar o acesso entre contas.

Os tópicos a seguir discutem como compartilhar o catálogo do grupo de atributos e como pesquisar 
recursos compartilhados com as permissões de detecção aplicadas.

Tópicos

• Compartilhar seu catálogo de grupos de atributos

• Pesquisar recursos detectáveis

Compartilhar seu catálogo de grupos de atributos

O catálogo do grupo de atributos DefaultFeatureGroupCatalog contém todas as entidades 
do grupo de atributos pertencentes à conta do proprietário do recurso. O catálogo pode ser 
compartilhado pela conta do proprietário do recurso para permitir a detecção de uma ou várias 
contas do consumidor de recursos, criando um compartilhamento de recursos no AWS Resource 
Access Manager (AWS RAM). Um grupo de recursos é o principal recurso na Amazon SageMaker 
Feature Store e é composto por definições e registros de recursos que são gerenciados pela Feature 
Store. Para obter mais informações sobre grupos de atributos, consulte Conceitos do Feature Store.

Detecção quer dizer que as contas do consumidor de recursos podem pesquisar os recursos 
detectáveis e visualizá-los como se estivesse em sua própria conta (excluindo as tags). Ao permitir 
que o catálogo do grupo de atributos seja detectável, as contas do consumidor de recursos, por 
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https://docs.aws.amazon.com/ram/latest/userguide/what-is.html
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padrão, não recebem permissões de acesso (somente leitura, leitura e gravação ou administração). 
As permissões de acesso são concedidas no nível do recurso e não no nível da conta. Para obter 
informações sobre como conceder essas permissões de acesso, consulte Habilitar o acesso entre 
contas.

Para permitir a descoberta entre contas, você precisará especificar o Catálogo de SageMaker 
Recursos e o catálogo do grupo de recursos ao usar as instruções AWS RAMpara criar um 
compartilhamento de recursos no guia do AWS RAM desenvolvedor. A seguir, fornecemos as 
especificações de uso das instruções do console AWS RAM.

1. Especifique os detalhes do compartilhamento de recursos:

• Tipo de recurso: escolha Catálogos SageMaker de recursos.

• ARN: escolha o ARN do catálogo do grupo de atributos com o formato:
arn:aws:sagemaker:us-east-1:111122223333:sagemaker-catalog/
DefaultFeatureGroupCatalog

us-east-1 é a região do recurso e 111122223333 é o ID da conta do proprietário do 
recurso.

• ID do recurso: escolha DefaultFeatureGroupCatalog.

2. Associar permissões gerenciadas:

• Permissão gerenciada: escolha
AWSRAMPermissionSageMakerCatalogResourceSearch.

3. Conceder acesso a entidades principais:

• Escolha os tipos de entidade principal (Conta da AWS, organização ou unidade 
organizacional) e insira o ID apropriado.

Se você é uma organização, talvez queira aproveitar o AWS Organizations, com o qual você 
pode compartilhar recursos com Contas da AWS individuais, com todas as contas da sua 
organização ou com uma Unidade Organizacional (OU), sem precisar aplicar permissões 
a cada conta. Para obter mais informações sobre como compartilhar seus recursos e 
conceder permissões nas AWS, consulte Habilitar o compartilhamento de recursos no AWS 
Organizations no Guia do desenvolvedor do AWS Resource Access Manager.

4. Revisar e criar:

• Revise e, em seguida, escolha Criar compartilhamento de recursos.

Habilitar a detecção entre contas 2600
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Pode levar alguns minutos para que as associações de compartilhamento de recursos e entidades 
principais, ou conta do consumidor do recurso, sejam concluídas. Depois que as associações do 
compartilhamento de recursos e entidades principais forem definidas, as contas do consumidor de 
recursos especificadas receberão um convite para participar desse compartilhamento. As contas do 
consumidor de recursos podem ver e aceitar os convites abrindo a página Compartilhado comigo: 
compartilhamentos de recursos no console do AWS RAM. Para obter mais informações sobre como 
aceitar e visualizar recursos no AWS RAM, consulte Acessar recursos da AWS compartilhados com 
você. Os convites não são enviados nos seguintes casos:

• Se você faz parte de uma organização no AWS Organizations e o compartilhamento na 
sua organização está habilitado, as entidades principais da organização obterão acesso 
automaticamente aos recursos compartilhados e sem o recebimento de convites.

• Se você compartilhar com a Conta da AWS proprietária do recurso, as entidades principais dessa 
conta terão acesso automático aos recursos compartilhados sem convites.

Para obter mais informações sobre como aceitar e usar um compartilhamento de recursos, consulte
Pesquisar recursos detectáveis.

Compartilhar o catálogo do grupo de atributos usando o AWS SDK for Python (Boto3)

Você pode usar as AWS SDK for Python (Boto3) APIs do AWS RAM for para criar um 
compartilhamento de recursos. O código a seguir é um exemplo de um ID de conta do proprietário do 
recurso 111122223333 na região us-east-1 criando um compartilhamento de recursos chamado
test-cross-account-catalog e compartilhando o catálogo do grupo de atributos com o ID 
da conta do consumidor do recurso 444455556666. Para usar o SDK Python para APIs do AWS 
RAM, anexe a política AWSRAMPermissionSageMakerCatalogResourceSearch à função de 
execução. Consulte AWS RAM APIs para obter mais detalhes.

#Call list resource catalogs as a prerequisite for RAM share
sagemaker_client.list_resource_catalogs()

# Share DefaultFeatureGroupCatalog with other account
ram_client = boto3.client("ram")
response = ram_client.create_resource_share( 
    name='test-cross-account-catalog', # Change to your custom resource share name 
    resourceArns=[ 
        'arn:aws:sagemaker:us-east-1:111122223333:sagemaker-catalog/' + 
 'DefaultFeatureGroupCatalog', # Change 111122223333 to the resource owner account ID 
    ], 

Habilitar a detecção entre contas 2601
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    principals=[ 
        '444455556666', # Change 444455556666 to the resource consumer account ID 
    ], 
    permissionArns = ["arn:aws:ram::aws:permission/
AWSRAMPermissionSageMakerCatalogResourceSearch"] # 
 AWSRAMPermissionSageMakerCatalogResourceSearch is the only policy allowed for 
 SageMaker Catalog
)

As entidades principais são atores em um sistema de segurança. Em uma política baseada em 
recursos, as entidades principais permitidas são usuários do IAM, perfis do IAM, a conta raiz ou outro 
serviço AWS.

Pesquisar recursos detectáveis

A conta do proprietário do recurso deve conceder permissões às contas do consumidor de recursos 
para permitir privilégios de detecção ou acesso (somente leitura, leitura e gravação ou administrador) 
com um recurso compartilhado. Nas seções a seguir, fornecemos instruções sobre como aceitar um 
convite para recursos compartilhados e exemplos mostrando como pesquisar grupos de atributos 
detectáveis.

Aceitar um convite para recursos compartilhados

Como conta de consumidor de recursos, você receberá um convite para participar de um 
compartilhamento de recursos depois que a conta do proprietário do recurso conceder permissão. 
Para aceitar o convite para qualquer recurso compartilhado, abra a página Compartilhado comigo: 
compartilhamentos de recursos no AWS RAM console para visualizar e responder aos convites. Os 
convites não são enviados nos seguintes casos:

• Se você faz parte de uma organização no AWS Organizations e o compartilhamento na 
sua organização está habilitado, as entidades principais da organização obterão acesso 
automaticamente aos recursos compartilhados e sem o recebimento de convites.

• Se você compartilhar com a Conta da AWS proprietária do recurso, as entidades principais dessa 
conta terão acesso automático aos recursos compartilhados sem convites.

Para obter mais informações sobre como aceitar e usar um compartilhamento de recursos no AWS 
RAM, consulte Responder ao convite de compartilhamento de recursos.

Habilitar a detecção entre contas 2602
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Exemplo de pesquisa de grupos de atributos detectáveis

Depois que os recursos são compartilhados com uma conta de consumidor de recursos com a 
permissão de descoberta aplicada, a conta de consumidor de recursos pode pesquisar e descobrir 
os recursos compartilhados na Amazon SageMaker Feature Store usando a interface do console e 
o SDK da Feature Store. Observe que você não pode pesquisar recursos entre contas em tags. O 
número máximo de catálogos de grupos de atributos visíveis é 1.000. Para obter mais informações 
sobre como conceder permissões de detecção, consulte Habilitar a detecção entre contas.

Para obter detalhes sobre a visualização de grupos de recursos compartilhados no console, 
consulteEncontrar grupos de recursos no seu Feature Store.

No exemplo a seguir, a conta do consumidor de recursos usa a SageMaker pesquisa para pesquisar 
recursos que podem ser descobertos por eles quando CrossAccountFilterOption está definida 
como: "CrossAccount"

from sagemaker.session import Session

sagemaker_session = Session(boto_session=boto_session)

sagemaker_session.search( 
    resource="FeatureGroup", 
    search_expression={ 
        "Filters": [ 
            { 
                "Name": "FeatureGroupName", 
                "Value": "MyFeatureGroup", 
                "Operator": "Contains", 
            } 
        ], 
        "Operator": "And", 
    }, 
    sort_by="Name", 
    sort_order="Ascending", 
    next_token="token", 
    max_results=50, 
    CrossAccountFilterOption="CrossAccount"
)

Para obter mais informações sobre a SageMaker pesquisa e os parâmetros da solicitação, consulte
Pesquisar na Amazon SageMaker API Reference.

Habilitar a detecção entre contas 2603

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Search.html
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Habilitar o acesso entre contas

As permissões de acesso são permissões de somente leitura, leitura e gravação e administração. O 
nome da permissão, a descrição e a lista de APIs específicas disponíveis para cada permissão estão 
listados a seguir:

• Permissão somente leitura (AWSRAMPermissionFeatureGroupReadOnly): o privilégio de 
leitura permite que contas do consumidor de recursos leiam registros nos grupos de atributos 
compartilhados e visualizem detalhes e metadados.

• DescribeFeatureGroup: recupera detalhes sobre um grupo de atributos e sua configuração

• DescribeFeatureMetadata: mostra os metadados de um atributo dentro de um grupo de 
atributos

• BatchGetRecord: recupera um lote de registros de um grupo de atributos

• GetRecord: recupera um registro de registros de um grupo de atributos

• Permissão de leitura e gravação (AWSRAMPermissionSagemakerFeatureGroupReadWrite): 
o privilégio de leitura e gravação permite que contas do consumidor de recursos gravem e excluam 
registros dos grupos de atributos compartilhados, além das permissões de leitura.

• PutRecord: grava um registro em um grupo de atributos

• DeleteRecord: remove um registro de um grupo de atributos

• APIs listadas em AWSRAMPermissionFeatureGroupReadOnly

• Permissão de administrador (AWSRAMPermissionSagemakerFeatureGroupAdmin): o privilégio 
de administrador permite que as contas do consumidor de recursos atualizem a descrição e os 
parâmetros dos atributos nos grupos de atributos compartilhados, atualizem a configuração dos 
grupos de atributos compartilhados, além das permissões de leitura e gravação.

• DescribeFeatureMetadata: mostra os metadados de um atributo dentro de um grupo de 
atributos

• UpdateFeatureGroup: atualiza a configuração de um grupo de atributos

• UpdateFeatureMetadata: atualiza a descrição e os parâmetros de um atributo no grupo de 
atributos

• APIs listadas em AWSRAMPermissionSagemakerFeatureGroupReadWrite

Nos tópicos a seguir, você saberá como compartilhar grupos de atributos de armazenamento on-line 
e offline. Há diferenças entre os dois quando se trata de compartilhamento.

Habilitar o acesso entre contas 2604
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Tópicos

• Compartilhar grupos de atributos on-line com AWS Resource Access Manager

• Acesso ao armazenamento offline entre contas

Compartilhar grupos de atributos on-line com AWS Resource Access Manager

Com AWS Resource Access Manager (AWS RAM), você pode compartilhar com segurança grupos 
de recursos on-line da Amazon SageMaker Feature Store com outros. Contas da AWS Os membros 
da sua equipe explorar e acessar grupos de atributos e atributos que abrangem várias contas, 
promovendo a consistência dos dados, simplificando a colaboração e reduzindo a duplicação de 
esforços.

A conta do proprietário do recurso pode compartilhar recursos com outra Contas da AWS individual 
concedendo permissões usando o AWS RAM. A conta do consumidor do recurso é a Conta da 
AWS com quem um recurso é compartilhado, limitada pelas permissões concedidas pela conta do 
proprietário do recurso. Se você é uma organização, talvez queira aproveitar o AWS Organizations, 
com o qual você pode compartilhar recursos com Contas da AWS individuais, com todas as contas 
da sua organização ou em uma Unidade Organizacional (OU), sem precisar aplicar permissões a 
cada conta. Para vídeos instrutivos e mais informações sobre conceitos e benefícios do AWS RAM, 
consulte O que é AWS Resource Access Manager? no Guia do usuário do AWS RAM.

Observe que há um limite máximo flexível para as transações por segundo (TPS) por API por Conta 
da AWS. O limite máximo de TPS se aplica a todas as transações nos recursos dentro da conta 
do proprietário do recurso, portanto, as transações das contas do consumidor de recursos também 
contam para esse limite máximo. Para obter mais informações sobre service quotas e como solicitar 
um aumento de cota, consulte Service quotas da AWS.

Esta seção aborda como a conta do proprietário do recurso pode escolher grupos de atributos 
e conceder privilégios de acesso (somente leitura, leitura/gravação e administrador) às contas 
do consumidor de recursos e, em seguida, como as contas de consumidores de recursos com 
privilégios de acesso podem usar esses grupos de atributos. As permissões de acesso não permitem 
que as contas do consumidor de recursos pesquisem e detectem grupos de atributos. Para permitir 
que contas do consumidor de recursos pesquisem e detectem grupos de atributos a partir da 
conta do proprietário do recurso, a conta do proprietário do recurso deve conceder permissão de 
detecção às contas do consumidor de recursos, onde todos os grupos de atributos dentro da conta 
do proprietário do recurso podem ser detectados pelas contas do consumidor de recursos. Para 

Habilitar o acesso entre contas 2605
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obter mais informações sobre como conceder permissões de detecção, consulte Habilitar a detecção 
entre contas.

Os tópicos a seguir mostram como compartilhar recursos de armazenamento on-line do Feature 
Store usando o console AWS RAM. Para obter informações sobre como compartilhar seus recursos 
e conceder permissões na AWS usando o console AWS RAM ou AWS Command Line Interface 
(AWS CLI), consulte Compartilhar seus recursos AWS.

Tópicos

• Compartilhar as entidades do seu grupo de atributos

• Usar os recursos compartilhados do armazenamento on-line com permissões de acesso

Compartilhar as entidades do seu grupo de atributos

Como conta do proprietário do recurso, você pode usar o tipo de recurso de grupo de recursos da 
Amazon SageMaker Feature Store para compartilhar entidades de grupos de recursos, criando um 
compartilhamento de recursos em AWS Resource Access Manager (AWS RAM).

Use as instruções a seguir junto com as instruções sobre como Compartilhar seus AWS recursos no 
Guia do usuário do AWS RAM.

Ao compartilhar o tipo de recurso do grupo de atributos usando o console AWS RAM, você precisa 
fazer as seguintes escolhas.

1. Especifique os detalhes do compartilhamento de recursos:

• Tipo de recurso: Escolha grupos de SageMaker recursos.

• ARN: escolha o ARN do grupo de atributos com o formato: arn:aws:sagemaker:us-
east-1:111122223333:feature-group/your-feature-group-name.

us-east-1 é a região do recurso, 111122223333 é o ID da conta do proprietário do 
recurso e your-feature-group-name é o nome do grupo de atributos que você está 
compartilhando.

• ID do recurso: escolha o grupo de atributos, your-feature-group-name, ao qual você 
deseja conceder permissões de acesso.

2. Associar permissões gerenciadas:

• Permissão gerenciada: escolha a permissão de acesso. Para obter mais informações sobre 
permissões de acesso, consulte Habilitar o acesso entre contas.

Habilitar o acesso entre contas 2606
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3. Conceder acesso a entidades principais:

• Escolha o tipo de entidade principal (Conta da AWS, Organização, Unidade organizacional, 
perfil do IAM ou usuário do IAM) e insira o ID ou o ARN apropriados.

4. Revisar e criar:

• Revise e, em seguida, escolha Criar compartilhamento de recursos.

Conceder qualquer permissão de acesso não concede às contas do consumidor de recursos 
a permissão de detecção, portanto, as contas do consumidor de recursos com permissões de 
acesso não podem pesquisar e detectar esses grupos de atributos. Para permitir que contas 
de consumidores de recursos pesquisem e detectem grupos de atributos a partir da conta do 
proprietário do recurso, a conta do proprietário do recurso deve conceder a permissão de detecção 
às contas de consumidores do recurso, onde todos os grupos de atributos dentro da conta do 
proprietário do recurso podem ser detectados pelas contas do consumidor do recurso. Para obter 
mais informações sobre como conceder permissões de detecção, consulte Habilitar a detecção entre 
contas.

Se as contas do consumidor de recursos receberem apenas permissões de acesso, as entidades do 
grupo de atributos ainda poderão ser visualizadas no AWS RAM. Para visualizar os recursosAWS 
RAM, consulte Acessar recursos AWS compartilhados com você no Guia do Usuário do AWS RAM.

Pode levar alguns minutos para que as associações de compartilhamento de recursos e entidades 
principais, ou conta do consumidor do recurso, sejam concluídas. Depois que as associações do 
compartilhamento de recursos e entidades principais forem definidas, as contas do consumidor de 
recursos especificadas receberão um convite para participar desse compartilhamento. As contas do 
consumidor de recursos podem ver e aceitar os convites abrindo a página Compartilhado comigo: 
compartilhamentos de recursos no console do AWS RAM. Os convites não são enviados nos 
seguintes casos:

• Se você faz parte de uma organização no AWS Organizations e o compartilhamento na 
sua organização está habilitado, as entidades principais da organização obterão acesso 
automaticamente aos recursos compartilhados e sem o recebimento de convites.

• Se você compartilhar com a Conta da AWS proprietária do recurso, as entidades principais dessa 
conta terão acesso automático aos recursos compartilhados sem convites.

Habilitar o acesso entre contas 2607
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Para obter mais informações sobre como aceitar e usar recursos compartilhados no AWS RAM, 
consulte Como usar recursos compartilhados da AWS no Guia do usuário do AWS RAM.

Compartilhar grupos de atributos do armazenamento on-line usando o AWS SDK for Python (Boto3)

Você pode usar as APIs AWS SDK for Python (Boto3) do AWS RAM for para criar um 
compartilhamento de recursos. O código a seguir é um exemplo de um ID de conta do proprietário 
do recurso 111122223333 criando um compartilhamento de recursos chamado 'test-cross-
account-fg' e compartilhando o grupo de atributos chamado 'my-feature-group' com 
o ID da conta do consumidor do recurso 444455556666 enquanto concede a permissão
AWSRAMPermissionSageMakerFeatureGroupReadOnly. Para obter mais informações sobre 
permissões de acesso, consulte Habilitar o acesso entre contas. Para usar o SDK Python para APIs 
do AWS RAM, anexe a política gerenciada de acesso completo AWS RAM à função de execução. 
Consulte a API create_resource_share do AWS RAM para obter mais detalhes.

import boto3

# Choose feature group name
feature_group_name = 'my-feature-group' # Change to your feature group name  

# Share 'my-feature-group' with other account
ram_client = boto3.client("ram")
response = ram_client.create_resource_share( 
    name='test-cross-account-fg', # Change to your custom resource share name 
    resourceArns=[ 
        'arn:aws:sagemaker:us-east-1:111122223333:feature-group/' + feature_group_name, 
 # Change 111122223333 to the resource owner account ID 
    ], 
    principals=[ 
        '444455556666', # Change 444455556666 to the resource consumer account ID 
    ], 
    permissionArns = ["arn:aws:ram::aws:permission/
AWSRAMPermissionSageMakerFeatureGroupReadOnly"]
)

As entidades principais são atores em um sistema de segurança. Em uma política baseada em 
recursos, as entidades principais permitidas são usuários do IAM, perfis do IAM, a conta raiz ou outro 
serviço AWS service (Serviço da AWS).

Habilitar o acesso entre contas 2608

https://docs.aws.amazon.com/ram/latest/userguide/getting-started-shared.html
https://boto3.amazonaws.com/v1/documentation/api/latest/reference/services/ram/client/create_resource_share.html


Amazon SageMaker Guia do Desenvolvedor

Usar os recursos compartilhados do armazenamento on-line com permissões de acesso

A conta do proprietário do recurso deve conceder permissões às contas do consumidor de recursos 
para permitir privilégios de detecção, somente leitura, gravação ou administrador com um recurso 
compartilhado. Nas seções a seguir, fornecemos instruções sobre como aceitar um convite para 
acessar recursos compartilhados e exemplos mostrando como visualizar e interagir grupos de 
atributos compartilhados.

Aceitar um convite para acessar recursos compartilhados usando o AWS RAM

Como conta do consumidor de recursos, você receberá um convite para participar de um 
compartilhamento de recursos depois que a conta do proprietário do recurso conceder permissão. 
Para aceitar o convite para qualquer recurso compartilhado, abra a página Compartilhado comigo: 
compartilhamentos de recursos no AWS RAM console para visualizar e responder aos convites. Os 
convites não são enviados nos seguintes casos:

• Se você faz parte de uma organização no AWS Organizations e o compartilhamento na 
sua organização está habilitado, as entidades principais da organização obterão acesso 
automaticamente aos recursos compartilhados e sem o recebimento de convites.

• Se você compartilhar com a Conta da AWS proprietária do recurso, as entidades principais dessa 
conta terão acesso automático aos recursos compartilhados sem convites.

Para obter mais informações sobre como aceitar e usar recursos compartilhados no AWS RAM, 
consulte Como usar recursos compartilhados da AWS no Guia do usuário do AWS RAM.

Visualizar recursos compartilhados no console AWS RAM

A concessão de qualquer permissão de acesso não dá às contas do consumidor de recursos 
a permissão de detecção, portanto, as contas do consumidor de recursos com permissões de 
acesso não podem pesquisar e detectar esses grupos de atributos. Para permitir que contas 
de consumidores de recursos pesquisem e detectem grupos de atributos a partir da conta do 
proprietário do recurso, a conta do proprietário do recurso deve conceder a permissão de detecção 
às contas de consumidores do recurso, onde todos os grupos de atributos dentro da conta do 
proprietário do recurso podem ser detectados pelas contas do consumidor do recurso. Para obter 
mais informações sobre como conceder permissões de detecção, consulte Habilitar a detecção entre 
contas.

Para visualizar os recursos compartilhados no console AWS RAM, abra a página Compartilhado 
comigo: compartilhamentos de recursos no console AWS RAM.

Habilitar o acesso entre contas 2609

https://console.aws.amazon.com/ram/home#SharedResourceShares
https://console.aws.amazon.com/ram/home#SharedResourceShares
https://docs.aws.amazon.com/ram/latest/userguide/getting-started-shared.html
https://console.aws.amazon.com/ram/home#SharedResourceShares
https://console.aws.amazon.com/ram/home#SharedResourceShares


Amazon SageMaker Guia do Desenvolvedor

Ler e gravar ações com um exemplo de grupos de atributos compartilhados

Depois que sua conta de consumidor de recursos receber as permissões apropriadas da conta do 
proprietário do recurso, você poderá realizar ações nos recursos compartilhados usando o SDK do 
Feature Store. Você pode fazer isso fornecendo o ARN do recurso como o FeatureGroupName. 
Para obter o ARN do grupo de recursos, você pode usar a AWS SDK for Python (Boto3)
DescribeFeatureGroupfunção ou usar a interface do usuário do console. Para obter informações 
sobre como usar a interface do usuário do console para visualizar detalhes do grupo de recursos, 
consulteExibir detalhes do grupo de recursos no console.

Os exemplos a seguir usam PutRecord e GetRecord com uma entidade de grupo de atributos 
compartilhada. Consulte a sintaxe de solicitação e resposta na documentação do AWS SDK for 
Python (Boto3) para PutRecord e GetRecordAPIs.

import boto3

sagemaker_featurestore_runtime = boto3.client('sagemaker-featurestore-runtime')

# Put record into feature group named 'test-fg' within the resource owner account ID 
 111122223333
featurestore_runtime.put_record( 
    FeatureGroupName="arn:aws:sagemaker:us-east-1:111122223333:feature-group/test-fg",  
    Record=[value.to_dict() for value in record] # You will need to define record prior 
 to calling PutRecord
)

import boto3

sagemaker_featurestore_runtime = boto3.client('sagemaker-featurestore-runtime')

# Choose record identifier
record_identifier_value = str(2990130)

# Get record from feature group named 'test-fg' within the resource owner account ID 
 111122223333
featurestore_runtime.get_record( 
    FeatureGroupName="arn:aws:sagemaker:us-east-1:111122223333:feature-group/test-fg",  
    RecordIdentifierValueAsString=record_identifier_value
)
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Para obter mais informações sobre como conceder permissões a entidades do grupo de atributos, 
consulte Compartilhar as entidades do seu grupo de atributos.

Acesso ao armazenamento offline entre contas

A Amazon SageMaker Feature Store permite que os usuários criem um grupo de recursos em uma 
conta (Conta A) e o configurem com uma loja offline usando um bucket Amazon S3 em outra conta 
(Conta B). É possível estabelecer essa definição usando as etapas da seção a seguir.

Tópicos

• Etapa 1: configurar a função de acesso ao armazenamento offline na Conta A

• Etapa 2: configurar um bucket Amazon S3 do armazenamento offline na Conta B

• Etapa 3: configurar uma chave de criptografia AWS KMS do armazenamento offline na Conta A

• Etapa 4: criar um grupo de atributos na Conta A

Etapa 1: configurar a função de acesso ao armazenamento offline na Conta A

Primeiro, configure uma função para a Amazon SageMaker Feature Store para gravar os dados 
na loja offline. A maneira mais simples de fazer isso é criar uma nova função usando a política
AmazonSageMakerFeatureStoreAccess ou usar uma função existente que já tenha a política
AmazonSageMakerFeatureStoreAccess anexada. Este documento se refere a essa política 
como Account-A-Offline-Feature-Store-Role-ARN.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject", 
                "s3:GetBucketAcl", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        } 
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    ]
}    

O trecho de código anterior mostra a política AmazonSageMakerFeatureStoreAccess. 
Por padrão, a seção Resource da política é limitada aos buckets do S3 com nomes que 
contêm SageMaker, Sagemaker ou sagemaker. Isso significa que o bucket do Amazon S3 do 
armazenamento offline que está sendo usado deve seguir essa convenção de nomenclatura. Se 
esse não for o seu caso, ou se você quiser limitar ainda mais o escopo do recurso, você pode 
copiar e colar a política na sua política do bucket do Amazon S3 no console, personalizar a seção
Resource como arn:aws:s3:::your-offline-store-bucket-name e, em seguida, anexá-la 
à função.

Além disso, essa função deve ter permissões AWS KMS anexadas. No mínimo, é necessária a 
permissão kms:GenerateDataKey para poder gravar no armazenamento offline usando sua chave 
gerenciada pelo cliente. Consulte a Etapa 3 para saber por que uma chave gerenciada pelo cliente 
é necessária para o cenário de várias contas e como configurá-la. O exemplo a seguir mostra uma 
política em linha:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "kms:GenerateDataKey" 
            ], 
            "Resource": "arn:aws:kms:*:Account-A-Account-Id:key/*" 
        } 
    ]
}

A seção Resource desta política tem como escopo qualquer chave na Conta A. Para detalhar isso, 
depois de configurar a chave do KMS do armazenamento offline na Etapa 3, retome a essa política e 
substitua-a pela chave ARN.

Etapa 2: configurar um bucket Amazon S3 do armazenamento offline na Conta B

Crie um bucket do Amazon S3 na Conta B. Se você estiver usando a política
AmazonSageMakerFeatureStoreAccess padrão, o nome do bucket deverá incluir SageMaker,
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Sagemaker ou sagemaker. Edite a política do bucket conforme mostrado no exemplo a seguir para 
permitir que a Conta A leia e grave objetos.

Este documento se refere ao exemplo de política do bucket a seguir como Account-B-Offline-
Feature-Store-Bucket.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "S3CrossAccountBucketAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject", 
                "s3:PutObjectAcl", 
                "s3:GetBucketAcl" 
            ], 
            "Principal": { 
                "AWS": [ 
                    "*Account-A-Offline-Feature-Store-Role-ARN*" 
                ], 
            }, 
            "Resource": [ 
                "arn:aws:s3:::offline-store-bucket-name/*", 
                "arn:aws:s3:::offline-store-bucket-name" 
            ] 
        } 
    ]
} 

Na política anterior, o principal éAccount-A-Offline-Feature-Store-Role-ARN, que é a 
função criada na Conta A na Etapa 1 e fornecida à Amazon SageMaker Feature Store para gravar na 
loja offline. Você pode fornecer várias funções de ARN em Principal.

Etapa 3: configurar uma chave de criptografia AWS KMS do armazenamento offline na Conta A

A Amazon SageMaker Feature Store garante que a criptografia do lado do servidor esteja sempre 
habilitada para objetos do Amazon S3 na loja off-line. Para casos de uso entre contas, você 
deve fornecer uma chave gerenciada pelo cliente para controlar quem pode fazer gravações no 
armazenamento offline (nesse caso, Account-A-Offline-Feature-Store-Role-ARN da Conta 
A) e quem pode fazer leituras no armazenamento offline (nesse caso, identidades da Conta B).
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Este documento se refere ao exemplo de política de chaves a seguir como Account-A-Offline-
Feature-Store-KMS-Key-ARN.

{ 
    "Version": "2012-10-17", 
    "Id": "key-consolepolicy-3", 
    "Statement": [ 
        { 
            "Sid": "Enable IAM User Permissions", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": "arn:aws:iam::Account-A-Account-Id:root" 
            }, 
            "Action": "kms:*", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Allow access for Key Administrators", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": [ 
                    "arn:aws:iam::Account-A-Account-Id:role/Administrator", 
                ] 
            }, 
            "Action": [ 
                "kms:Create*", 
                "kms:Describe*", 
                "kms:Enable*", 
                "kms:List*", 
                "kms:Put*", 
                "kms:Update*", 
                "kms:Revoke*", 
                "kms:Disable*", 
                "kms:Get*", 
                "kms:Delete*", 
                "kms:TagResource", 
                "kms:UntagResource", 
                "kms:ScheduleKeyDeletion", 
                "kms:CancelKeyDeletion" 
            ], 
            "Resource": "*" 
        }, 
        { 
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            "Sid": "Allow Feature Store to get information about the customer managed 
 key", 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": [ 
                "kms:Describe*", 
                "kms:Get*", 
                "kms:List*" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Allow use of the key", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": [ 
                    "*Account-A-Offline-Feature-Store-Role-ARN*", 
                    "*arn:aws:iam::Account-B-Account-Id:root*" 
                ] 
            }, 
            "Action": [ 
                "kms:Encrypt", 
                "kms:Decrypt", 
                "kms:DescribeKey", 
                "kms:CreateGrant", 
                "kms:RetireGrant", 
                "kms:ReEncryptFrom", 
                "kms:ReEncryptTo", 
                "kms:GenerateDataKey", 
                "kms:ListAliases", 
                "kms:ListGrants" 
            ], 
            "Resource": "*", 
        } 
    ]
}    

Etapa 4: criar um grupo de atributos na Conta A

Em seguida, crie o grupo de atributos na Conta A, com um bucket Amazon S3 do 
armazenamento offline na Conta B. Para fazer isso, forneça os seguintes parâmetros 
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para RoleArn, OfflineStoreConfig.S3StorageConfig.KmsKeyId e
OfflineStoreConfig.S3StorageConfig.S3Uri, respectivamente:

• Forneça Account-A-Offline-Feature-Store-Role-ARN como RoleArn.

• Forneça Account-A-Offline-Feature-Store-KMS-Key-ARN para
OfflineStoreConfig.S3StorageConfig.KmsKeyId.

• Forneça Account-B-Offline-Feature-Store-Bucket para
OfflineStoreConfig.S3StorageConfig.S3Uri.

Configurações de armazenamento do Feature Store

A Amazon SageMaker Feature Store consiste em uma loja online e uma loja offline. O 
armazenamento on-line permite a pesquisa em tempo real de atributos para inferência, enquanto 
o armazenamento off-line contém dados históricos para treinamento de modelos e inferência em 
lote. Ao criar um grupo de atributos, você tem a opção de habilitar o armazenamento on-line, o 
armazenamento offline ou ambos. Quando você habilita os dois, eles são sincronizados para evitar 
discrepâncias entre os dados de treinamento e de fornecimento. Para obter mais informações sobre 
os armazenamentos on-line e offline e outros conceitos do Feature Store, consulte Conceitos do 
Feature Store.

Os tópicos a seguir abordam os tipos de armazenamento do armazenamento on-line e os formatos 
de tabela do armazenamento offline.

Tópicos

• Armazenamento on-line

• Armazenamento offline

• Modos de throughput

Armazenamento on-line

O armazenamento on-line é um armazenamento de dados de baixa latência e alta disponibilidade 
que fornece pesquisa de atributos em tempo real. Geralmente é usado para fornecer modelos de 
machine learning (ML). Você pode escolher entre o armazenamento on-line padrão (Standard) ou 
um armazenamento on-line na camada de memória (InMemory) no momento em que cria um grupo 
de atributos. Dessa forma, você pode selecionar o tipo de armazenamento que melhor corresponda 
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aos padrões de leitura e gravação de um aplicativo específico, considerando a performance e o 
custo. Para obter mais detalhes sobre preços, consulte Amazon SageMaker Pricing.

O armazenamento on-line contém as seguintes opções de StorageType. Para obter mais 
informações sobre o conteúdo do armazenamento on-line, consulte OnlineStoreConfig.

Tipo de armazenamento de nível padrão

O nível Standard é um armazenamento de dados gerenciado de baixa latência para grupos de 
atributos de armazenamento on-line. Ele fornece recuperação rápida de dados para o serviço de 
modelo de ML para seus aplicativos. O Standard é o tipo de armazenamento padrão.

Tipo de armazenamento em nível de memória

O nível InMemory é um armazenamento de dados gerenciado para grupos de atributos de 
armazenamento on-line que oferece suporte à recuperação de latência muito baixa. Ele fornece 
recuperação de dados em tempo real em grande escala para o fornecimento de modelos de ML 
usados em aplicativos de alta taxa de transferência. O InMemory nível é desenvolvido pela Amazon 
ElastiCache for Redis. Para obter mais informações, consulte O que é o Amazon ElastiCache for 
Redis? .

O nível InMemory do armazenamento on-line oferece suporte a tipos de coleção, ou seja, lista, 
conjunto e vetor. Para obter mais informações sobre tipos de coleção InMemory, consulte Tipos de 
coleção.

O Feature Store fornece leitura e gravação de baixa latência para o armazenamento on-line. A 
latência do aplicativo é composta principalmente por dois componentes principais: latência da 
infraestrutura ou da rede e latência da API do Feature Store. A redução da latência de rede ajuda 
a obter as leituras e gravações de menor latência no Feature Store. Você pode reduzir a latência 
de rede para o Feature Store implantando AWS PrivateLink no endpoint do tempo de execução do 
Feature Store. Com AWS PrivateLink, você pode acessar de forma privada todas as operações da 
API de tempo de execução do Feature Store a partir do seu Amazon Virtual Private Cloud (VPC) de 
forma escalável usando endpoints de interface da VPC. Uma implantação AWS PrivateLink com a 
opção privateDNSEnabled definida como verdadeira:

• Mantém todo o tráfego de leitura/gravação do Feature Store em sua VPC.

• Mantém o tráfego na mesma AZ do cliente que o originou ao usar o Feature Store. Isso evita os 
“saltos” entre as AZs, reduzindo a latência de rede.
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Siga as etapas em Acessar um serviço AWS usando um endpoint de interface da VPC para 
configurar AWS PrivateLink para o Feature Store. O nome do serviço do tempo de execução do 
Feature Store em AWS PrivateLink é com.amazonaws.region.sagemaker.featurestore-
runtime.

O armazenamento on-line de nível InMemory é dimensionado automaticamente com base no uso 
e nas solicitações de armazenamento. O escalonamento automatizado pode levar alguns minutos 
para se adaptar a um novo padrão de uso se ele mudar rapidamente. Durante o dimensionamento 
automatizado:

• As operações de gravação no grupo de atributos podem receber erros de limitação. Você deve 
repetir suas solicitações alguns minutos depois.

• As operações de leitura no grupo de atributos podem receber erros de limitação. As estratégias de 
repetição padrão são adequadas nesse caso.

• As operações de leitura podem apresentar latência elevada.

O tamanho máximo do grupo de atributos de nível InMemory padrão é de 50 GiB.

Observe que o nível InMemoryatualmente suporta somente grupos de atributos on-line, não grupos 
de atributos on-line+offline, portanto, não há replicação entre armazenamentos on-line e offline para 
o nível InMemory. Além disso, o nível InMemory atualmente não oferece suporte a chaves do KMS 
gerenciadas pelo cliente.

Armazenamento offline

O armazenamento offline é usado para dados históricos quando a recuperação em menos de um 
segundo não é necessária. Geralmente é usado para exploração de dados, treinamento de modelos 
e inferência em lote.

Quando você habilita os armazenamentos on-line e offline para seu grupo de atributos, os dois 
armazenamentos são sincronizados para evitar discrepâncias entre os dados de treinamento e 
de fornecimento. Observe que um grupo de atributos do armazenamento on-line com o tipo de 
armazenamento InMemory habilitado atualmente não oferece suporte a um grupo de atributos 
correspondente no armazenamento offline (sem replicação on-line para off-line). Para obter 
mais informações sobre a veiculação do modelo de ML na Amazon SageMaker Feature Store, 
consulteArmazenamento on-line.
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O armazenamento offline contém as seguintes opções de TableFormat. Para obter informações 
sobre o conteúdo da loja off-line, consulte OfflineStoreConfiga Amazon SageMaker API 
Reference.

Formato de tabela do Glue

O formato do Glue (padrão) é um formato de tabela padrão do tipo Hive para AWS Glue. Com o 
AWS Glue, você pode descobrir, preparar, mover e integrar dados de várias origens. Também inclui 
outras ferramentas de produtividade e operações de dados para criação, execução de trabalhos e 
implementação de fluxos de trabalho de negócios. Para obter mais informações sobre o AWS Glue, 
consulte O que é o AWS Glue?.

Formato de tabela do Iceberg

O formato Iceberg (recomendado) é um formato de tabela aberta para tabelas analíticas muito 
grandes. Com o Iceberg, você pode compactar os pequenos arquivos de dados em menos 
arquivos grandes na partição, resultando em consultas significativamente mais rápidas. Essa 
operação de compactação é simultânea e não afeta as operações contínuas de leitura e gravação no 
grupo de atributos. Para obter mais informações sobre compactação, consulte Otimizar tabelas do 
Iceberg no Guia do usuário do Amazon Athena.

O Iceberg gerencia grandes coleções de arquivos como tabelas e oferece suporte a operações 
analíticas modernas de data lake. Se você escolher a Iceberg opção ao criar novos grupos de 
recursos, a Amazon SageMaker Feature Store cria as Iceberg tabelas usando o formato de arquivo 
Parquet e registra as tabelas com o. AWS Glue Data Catalog Para obter mais informações sobre 
formatos de tabela Iceberg, consulte Usar tabelas do Apache Iceberg.

Important

Observe que, para grupos de atributos no formato de tabela Iceberg, você deve especificar
String como o tipo do atributo do horário do evento. Se você especificar qualquer outro 
tipo, não poderá criar o grupo de atributos com êxito.

Modos de throughput

A Amazon SageMaker Feature Store oferece dois modelos de preços para você escolher: modos 
de taxa de transferência sob demanda (On-demand) e provisionado (Provisioned). On-
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demandfunciona melhor para tráfego menos previsível, enquanto Provisioned funciona melhor 
para tráfego consistente e previsível.

Você tem a opção de alternar entre os modos On-demand e de taxa de Provisioned transferência 
para um determinado grupo de recursos, para acomodar períodos nos quais os padrões de tráfego 
do aplicativo estão mudando ou são menos previsíveis. Você só pode atualizar o modo de taxa de 
transferência do grupo de recursos para On-demand uma vez em um período de 24 horas. O modo 
de taxa de transferência pode ser atualizado programaticamente usando a UpdateFeatureGroupAPI 
ou por meio da interface do usuário do console. Para obter mais informações sobre como usar o 
console, consulteUsando a Amazon SageMaker Feature Store no console.

Você pode usar o modo de taxa de Provisioned transferência com grupos de recursos somente 
offline ou grupos de recursos com o tipo de armazenamento. Standard Para outras configurações 
de armazenamento, o modo de On-demand taxa de transferência é usado. Para obter informações 
sobre as configurações de armazenamento on-line e off-line, consulte Armazenamento on-line
eArmazenamento offline, respectivamente.

Para obter mais detalhes sobre preços, consulte Amazon SageMaker Pricing.

Tópicos

• Modo de taxa de transferência sob demanda

• Modo de taxa de transferência provisionada

• Métricas do modo de produtividade

• Limites do modo de produtividade

Modo de taxa de transferência sob demanda

O modo de taxa de transferência On-demand (padrão) funciona melhor quando você usa grupos de 
recursos com carga de trabalho desconhecida, tráfego de aplicativos imprevisível e não consegue 
prever os requisitos de capacidade.

O On-demand modo cobra pelas leituras e gravações que seu aplicativo executa em seus grupos 
de recursos. Você não precisa especificar a taxa de transferência de leitura e gravação que espera 
que seu aplicativo execute, pois o Feature Store acomoda instantaneamente suas cargas de trabalho 
à medida que elas aumentam ou diminuem. Você paga apenas pelo que usa, que é medido em
ReadRequestsUnits WriteRequestsUnits e.
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Você pode ativar o modo de taxa de On-demand transferência usando as UpdateFeatureGroupAPIs
CreateFeatureGroupou por meio da interface do usuário do console. Para obter mais informações 
sobre como usar a interface do usuário do console, consulteUsando a Amazon SageMaker Feature 
Store no console.

Important

Você só pode atualizar o modo de taxa de transferência do grupo de recursos para On-
demand uma vez em um período de 24 horas.

Modo de taxa de transferência provisionada

O modo de taxa de Provisioned transferência funciona melhor quando você usa grupos de 
recursos com cargas de trabalho previsíveis e pode prever os requisitos de capacidade para 
controlar os custos. Isso pode torná-lo mais econômico para determinadas cargas de trabalho, nas 
quais você pode antecipar os requisitos de taxa de transferência.

Ao definir um grupo de recursos para o Provisioned modo, você especifica unidades de 
capacidade que são a quantidade máxima de capacidade que um aplicativo pode consumir de 
um grupo de recursos. Se seu aplicativo exceder essa capacidade de taxa de Provisioned
transferência, ele estará sujeito à limitação de solicitações.

Veja a seguir informações sobre as unidades de capacidade de leitura e gravação.

• A recuperação de um único registro de até 4 KB usando a GetRecord API consumirá pelo menos
1 RCU (unidade de capacidade de leitura). A recuperação de cargas úteis maiores pode demorar 
mais. O número total de unidades de capacidade de leitura necessárias depende do tamanho do 
item, incluindo um pequeno metadado por registro adicionado pelo serviço Feature Store.

• Uma única solicitação de gravação com uma carga útil de 1 KB usando a PutRecord API 
consumirá pelo menos 1 WCU (unidade de capacidade de gravação), com cargas fracionárias 
arredondadas para o KB mais próximo. Pode consumir mais dependendo da hora do evento, do 
status de exclusão do registro e do status do tempo de vida útil (TTL). Para obter mais informações 
sobre TTL, consulteDuração do tempo de vida (TTL) dos registros.

Important

Ao definir suas unidades de capacidade, considere o seguinte:

Modos de throughput 2621

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateFeatureGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateFeatureGroup.html


Amazon SageMaker Guia do Desenvolvedor

• Você será cobrado pelas capacidades de leitura e gravação provisionadas para seu grupo 
de recursos, mesmo que não utilize totalmente a Provisioned capacidade.

• Se você definir uma capacidade de leitura ou gravação muito baixa, suas solicitações 
poderão sofrer limitação.

• Em alguns casos, os registros podem consumir uma unidade de capacidade extra devido 
aos metadados em nível de registro adicionados pelo serviço Feature Store para ativar 
vários recursos.

• Recuperar somente um subconjunto de recursos usando GetRecord nossas
BatchGetRecord APIs ainda consumirá a RCU correspondente a todo o registro.

• Para capacidade de gravação, você deve provisionar o dobro da capacidade de pico 
recente para evitar limitações ao realizar preenchimentos ou ingestão em massa, o que 
pode resultar em um grande número de gravações históricas de registros. Isso ocorre 
porque a gravação de registros históricos consome capacidade de gravação adicional.

• Atualmente, a Feature Store não oferece suporte ao escalonamento automático para o
Provisioned modo.

Você pode ativar o modo de taxa de On-demand transferência usando as UpdateFeatureGroupAPIs
CreateFeatureGroupou por meio da interface do usuário do console. Para obter mais informações 
sobre como usar a interface do usuário do console, consulteUsando a Amazon SageMaker Feature 
Store no console.

A seguir, descrevemos como você pode aumentar ou diminuir a taxa de transferência de RCU e 
WCU para seus grupos de recursos quando o modo está ativado. Provisioned

Aumento da taxa de transferência provisionada

Você pode aumentar a RCU ou a WCU sempre que necessário usando a UpdateFeatureGroupAPI 
ou a interface do console.

Diminuindo a taxa de transferência provisionada

Você pode diminuir a RCU e a WCU (ou ambas) para grupos de recursos usando a
UpdateFeatureGroupAPI ou a interface do console.

Há uma cota padrão no número de reduções de Provisioned capacidade que você pode realizar 
em seu grupo de recursos por dia. Um dia é definido de acordo com o Tempo Universal Coordenado 
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(UTC). Em determinado dia, você pode começar realizando até quatro reduções dentro de uma hora, 
desde que ainda não tenha realizado nenhuma outra redução durante esse dia. Posteriormente, 
você pode realizar uma redução adicional por hora, desde que não tenha havido reduções na hora 
anterior. Isso leva o número máximo de diminuições em um dia para 27 vezes (4 diminuições na 
primeira hora e 1 diminuição para cada uma das janelas de 1 hora subsequentes em um dia).

Métricas do modo de produtividade

Um grupo de recursos no On-demand modo ConsumedReadRequestsUnits emitirá
ConsumedWriteRequestsUnits métricas. Um grupo de recursos no Provisioned modo
ConsumedReadCapacityUnits emitirá ConsumedWriteCapacityUnits métricas. Para obter 
mais informações sobre as métricas da Feature Store, consulteMétricas da Amazon SageMaker 
Feature Store.

Limites do modo de produtividade

Cada um Conta da AWS tem cotas ou limites de serviço padrão que são aplicados para ajudar a 
garantir a disponibilidade e gerenciar os riscos de cobrança. Para obter informações sobre as cotas e 
limites padrão, consulteCotas, regras de nomenclatura e tipos de dados.

Em alguns casos, esses limites podem ser menores do que o indicado na documentação. Se 
precisar de limites mais altos, você pode enviar uma solicitação de aumento. É uma boa ideia 
fazer isso antes de atingir os limites atuais para evitar interrupções no trabalho. Para obter mais 
informações sobre service quotas e como solicitar um aumento de cota, consulte Service quotas da 
AWS.

Tipos de coleção

Os tipos de coleção fornecem uma maneira de organizar e estruturar dados para recuperação e 
análise eficientes. Eles são usados em bancos de dados de ML para definir o esquema de um 
conjunto de dados e seus elementos. Na Amazon SageMaker Feature Store, os tipos de coleção 
compatíveis incluem lista, conjunto e vetor.

Coleções são um agrupamento de elementos em que cada elemento dentro da coleção deve ter 
o mesmo tipo de atributo (String, Integral ou Fractional). Por exemplo, uma coleção pode 
conter elementos com todos os tipos de atributos do elemento como Fractional, mas uma coleção 
não pode conter elementos com alguns tipos de atributos Fractional e alguns tipos de atributos 
como String.
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Atualmente, somente os grupos de atributos do armazenamento on-line InMemory oferecem suporte 
a tipos de coleção. A lista a seguir descreve as opções do tipo de coleção.

Lista: uma coleção ordenada de elementos.

• O tamanho da lista é determinado pela quantidade de elementos na coleção.

• Exemplo: você pode ter uma lista como [‘a’, ‘b’, ‘a’], porque a lista preserva a ordem e pode ter 
elementos repetidos.

Conjunto: uma coleção não ordenada de elementos exclusivos.

• O tamanho do conjunto é determinado pela quantidade de elementos exclusivos na coleção.

• Exemplo: você não pode ter um conjunto como [‘a’, ‘b’, ‘a’], porque ele contém um elemento 
repetido. Em vez disso, o conjunto terá os elementos [‘a’, ‘b’], porque o conjunto contém apenas 
elementos exclusivos.

Vetor: uma lista especializada que representa uma matriz de elementos de tamanho fixo. A ordem 
dos elementos tem importância, de forma que as posições dos elementos representem certas 
propriedades dos dados.

• Os elementos no tipo de coleção de vetores devem ter o tipo de atributo Fractional.

• Você só pode ter um tipo de coleção de vetores por grupo de atributos do nível InMemory do 
armazenamento on-line.

• A dimensão (número de elementos no vetor) do vetor é predeterminada por você e é especificada 
usando VectorDimension. O limite máximo de dimensão é 8192.

• Exemplo: você pode ter um vetor como [4.2, -6.3, 4.2], em que o primeiro, o segundo e o terceiro 
elementos podem representar as posições x, y e z no espaço físico.

Não há limites para o comprimento das coleções, desde que elas não excedam o tamanho 
máximo de um registro. Para saber o tamanho máximo de um registro, consulte Cotas, regras de 
nomenclatura e tipos de dados.

Adicionar recursos e registros a um grupo de atributos

Você pode usar a API da Amazon SageMaker Feature Store ou o console para atualizar e descrever 
seu grupo de recursos, bem como adicionar recursos e registros ao seu grupo de recursos. Um 
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grupo de atributos é um objeto que contém seus dados e um atributo descreve uma coluna na tabela. 
Ao adicionar um atributo ao grupo de atributos, você está efetivamente adicionando uma coluna à 
tabela. Ao adicionar um novo registro ao grupo de atributos, você está preenchendo valores para 
atributos associados a um identificador de registro específico. Para obter mais informações sobre os 
conceitos do Feature Store, consulte Conceitos do Feature Store.

Depois de adicionar com sucesso os atributos a um grupo de atributos, você não poderá removê-
los. Os atributos que você adicionou não adicionam nenhum dado aos seus registros. Você pode 
adicionar novos registros ao grupo de recursos ou sobrescrevê-los usando a PutRecordAPI. Para 
obter exemplos sobre como atualizar, descrever e colocar registros em um grupo de atributos, 
consulte Código de exemplo.

Você pode usar o console para adicionar recursos a um grupo de recursos. Para obter mais 
informações sobre como atualizar seus grupos de recursos usando o console, consulteAtualizar um 
grupo de recursos do console.

As seções a seguir fornecem uma visão geral do uso das APIs do Feature Store para adicionar 
atributos a um grupo de atributos, seguida por exemplos. Com a API, você também pode adicionar 
ou substituir registros depois de atualizar o grupo de atributos.

Tópicos

• API

• Código de exemplo

API

Use a operação UpdateFeatureGroup para adicionar atributos a um grupo de atributos.

Você pode usar a operação DescribeFeatureGroup para ver se você adicionou os atributos com 
sucesso.

Para adicionar ou substituir registros, use a operação PutRecord.

Para ver as atualizações que você fez em um registro, use a operação GetRecord. Para ver as 
atualizações que você fez em vários registro, use a operação BatchGetRecord. Pode demorar até 
cinco minutos para que as atualizações que você fez apareçam.

Você pode usar o código de exemplo na seção a seguir para ver como adicionar atributos e registros 
usando o AWS SDK for Python (Boto3).
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Código de exemplo

O código de exemplo orienta você no processo a seguir:

1. Adicionar atributos ao grupo de atributos

2. Verificar se você os adicionou com sucesso

3. Adicionar um registro ao grupo de atributos

4. Verificar se você o adicionou com sucesso

Etapa 1: adicionar atributos a um grupo de atributos

O código a seguir usa a operação UpdateFeatureGroup para adicionar novos atributos ao grupo 
de atributos. Ele pressupõe que você configurou o Feature Store e criou um grupo de atributos. Para 
obter mais informações sobre os conceitos básicos, consulte Introdução ao bloco de anotações de 
exemplo do Feature Store.

import boto3

sagemaker_client = boto3.client("sagemaker")

sagemaker_client.update_feature_group( 
    FeatureGroupName=feature_group_name, 
    FeatureAdditions=[ 
        {"FeatureName": "new-feature-1", "FeatureType": "Integral"}, 
        {"FeatureName": "new-feature-2", "FeatureType": "Fractional"}, 
        {"FeatureName": "new-feature-3", "FeatureType": "String"} 
    ]
)               
           

O código a seguir usa a operação DescribeFeatureGroup para verificar o status da atualização. 
Se o campo LastUpdateStatus for Successful, você adicionou os atributos com sucesso.

sagemaker_client.describe_feature_group( 
    FeatureGroupName=feature_group_name
) 
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Etapa 2: adicionar um novo registro ao grupo de atributos

O código a seguir usa a operação PutRecord para adicionar registros ao grupo de atributos que 
você criou.

record_identifier_value = 'new_record'

sagemaker_featurestore_runtime_client = boto3.client("sagemaker-featurestore-runtime")

sagemaker_runtime_client.put_record( 
    FeatureGroupName=feature_group_name, 
    Record=[ 
        { 
            'FeatureName': "record-identifier-feature-name", 
            'ValueAsString': record_identifier_value 
        }, 
        { 
            'FeatureName': "event-time-feature", 
            'ValueAsString': "timestamp-that-feature-store-returns"
        }, 
        { 
            'FeatureName': "new-feature-1",  
            'ValueAsString': "value-as-string"
        }, 
        { 
            'FeatureName': "new-feature-2",  
            'ValueAsString': "value-as-string"
        }, 
        { 
            'FeatureName': "new-feature-3",  
            'ValueAsString': "value-as-string"
        }, 
    ]
)               
           

Use a operação GetRecord para ver quais registros em seu grupo de atributos não têm dados dos 
atributos que você adicionou. É possível usar a operação PutRecord para substituir os registros 
que não têm dados para os atributos que você adicionou.
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Encontrar atributos em seus grupos de atributos

Com a Amazon SageMaker Feature Store, você pode pesquisar os recursos que criou em seus 
grupos de recursos. Você pode pesquisar todos os seus recursos sem precisar primeiro selecionar 
um grupo de recursos. A funcionalidade de pesquisa ajuda a encontrar os recursos que são 
relevantes para seu caso de uso.

Note

Os grupos de recursos nos quais você está procurando recursos devem estar dentro 
do seu Região da AWS Conta da AWS e. Para grupos de recursos compartilhados, os 
grupos de recursos devem ser descobertos por vocêConta da AWS. Para obter mais 
instruções sobre como compartilhar o catálogo do grupo de recursos e conceder visibilidade, 
consulteCompartilhar seu catálogo de grupos de atributos.

Se você estiver em uma equipe e os colegas de equipe estiverem procurando recursos para usar em 
seus modelos, eles poderão pesquisar os recursos em todos os grupos de recursos.

Você pode adicionar parâmetros e descrições pesquisáveis para tornar seus atributos mais 
detectáveis. Para ter mais informações, consulte Adicionar metadados pesquisáveis aos seus 
recursos.

Você pode pesquisar recursos usando o console ou usando a operação da SearchAPI em 
SageMaker. A tabela a seguir lista todos os metadados pesquisáveis e se você pode pesquisá-los no 
console ou com a API.

Metadados pesquisáveis Nome de campo da API Pesquisável no console?

Todos os parâmetros AllParameters Sim

Hora de criação CreationTime Sim

Descrição Descrição Sim

Nome do grupo de recursos FeatureGroupName Não

Nome do recurso FeatureName Sim
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Metadados pesquisáveis Nome de campo da API Pesquisável no console?

Tipo de recurso FeatureType Não

Hora da última modificação LastModifiedTime Não

Parâmetros Parameters.key Sim

Como pesquisar seus recursos

As instruções para usar a Feature Store por meio do console dependem de você ter ativado 
SageMaker Estúdio Amazon ou Amazon SageMaker Studio Clássico como sua experiência padrão. 
Escolha uma das instruções a seguir com base no seu caso de uso.

Pesquise recursos se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. (Opcional) Para ver seus recursos, escolha Minha conta. Para ver os recursos compartilhados, 
escolha Conta cruzada.

5. Na guia Catálogo de recursos, escolha Minha conta para visualizar seus grupos de recursos.

6. Na guia Catálogo de recursos, escolha Conta cruzada para visualizar grupos de recursos que 
outras pessoas tornaram visíveis para você. Em Criado por, você pode ver o ID da conta do 
proprietário do recurso.

7. Você pode pesquisar seu recurso na lista suspensa Pesquisar:

• (Opcional) Para filtrar sua pesquisa, escolha o ícone de filtro ao lado da lista suspensa
Pesquisar. Você pode usar filtros para especificar parâmetros ou intervalos de datas nos 
resultados da pesquisa. Se você pesquisar um parâmetro, especifique a chave e o valor. Para 
encontrar seus recursos, especifique intervalos de tempo ou limpe (desmarque) as colunas 
que você não deseja consultar.

• Para recursos compartilhados, você só pode editar metadados de grupos de recursos ou 
definições de recursos se tiver a permissão de acesso adequada concedida pela conta do 
proprietário do recurso. A permissão de descoberta por si só não permitirá que você edite 
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metadados ou definições de recursos. Para obter mais informações sobre a concessão de 
permissões de acesso, consulteHabilitar o acesso entre contas.

Pesquise seus recursos usando o SDK for Python (Boto3)

O código nesta seção usa a Searchoperação em AWS SDK for Python (Boto3) para executar a 
consulta de pesquisa para encontrar recursos em seus grupos de recursos. Para obter informações 
sobre os outros idiomas para enviar uma consulta, consulte Consulte também na Amazon 
SageMaker API Reference.

Para obter mais exemplos e recursos da Feature Store, consulteRecursos da Amazon SageMaker 
Feature Store.

O código a seguir mostra diferentes exemplos de consultas de pesquisa usando a API:

# Return all features in your feature groups
sagemaker_client.search( 
    Resource="FeatureMetadata",
)   

# Search for all features that belong to a feature group that contain the "ver" 
 substring
sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
        ] 
    }
)

# Search for all features that belong to a feature group that have the EXACT name 
 "airport"
sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
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            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Equals', 
                'Value': 'airport' 
            }, 
        ] 
    }
)

# Search for all features that belong to a feature group that contains the name "ver"
AND have a name that contains "wha"
AND have a parameter (key or value) that contains "hea"

sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'FeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'AllParameters',  
                'Operator': 'Contains', 
                'Value': 'hea' 
            }, 
        ] 
    }
)   

# Search for all features that belong to a feature group with substring "ver" in its 
 name
OR features that have a name that contain "wha"
OR features that have a parameter (key or value) that contains "hea"

sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
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        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'FeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'AllParameters',  
                'Operator': 'Contains', 
                'Value': 'hea' 
            }, 
        ], 
        'Operator': 'Or' # note that this is explicitly set to "Or"- the default is 
 "And" 
    }
)               

# Search for all features that belong to a feature group with substring "ver" in its 
 name
OR features that have a name that contain "wha"
OR parameters with the value 'Sage' for the 'org' key

sagemaker_client.search( 
    Resource="FeatureMetadata", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'FeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'Parameters.org',  
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                'Operator': 'Contains', 
                'Value': 'Sage' 
            }, 
        ], 
        'Operator': 'Or' # note that this is explicitly set to "Or"- the default is 
 "And" 
    }
)  
                 

Encontrar grupos de recursos no seu Feature Store

Com a Amazon SageMaker Feature Store, você pode pesquisar os grupos de recursos usando o 
console ou a operação de pesquisa. Você pode usar a funcionalidade de pesquisa para encontrar 
recursos e grupos de recursos relevantes para os modelos que você está criando. Você pode usar 
a funcionalidade de pesquisa para encontrar rapidamente os grupos de recursos que são relevantes 
para seu caso de uso.

Note

Os grupos de recursos que você está pesquisando devem estar na sua conta Região da 
AWS e AWS ou serem compartilhados e estar detectáveis para sua Conta da AWS. Para 
obter mais informações sobre como compartilhar o catálogo do grupo de recursos e conceder 
visibilidade, consulteCompartilhar seu catálogo de grupos de atributos.

A tabela a seguir mostra os campos pesquisáveis e se você pode usar o console para pesquisar um 
campo específico.

Você pode pesquisar recursos usando o Amazon SageMaker Studio Classic ou a Searchoperação 
na SageMaker API. A tabela a seguir lista todos os metadados pesquisáveis e se você pode 
pesquisá-los no console. As tags podem ser pesquisadas por seus próprios grupos de recursos, mas 
não por grupos de recursos tornados detectáveis para você.

Metadados pesquisáv 
eis

Nome de campo da 
API

Pesquisável no 
console?

Pesquisável com 
contas cruzadas?

Todas as tags AllTags Sim Não
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Metadados pesquisáv 
eis

Nome de campo da 
API

Pesquisável no 
console?

Pesquisável com 
contas cruzadas?

Motivos de falha da 
criação

FailureReason Não Não

Status da criação FeatureGroupStatus Sim Sim

Hora de criação CreationTime Sim Sim

Descrição Descrição Sim Sim

Nome do recurso de 
horário do evento

EventTimeFeatureNa 
me

Não Não

Definições de 
recursos

FeatureDefinitions Não Não

ARN do grupo de 
recursos

FeatureGroupARN Não Não

Nome do grupo de 
recursos

FeatureGroupName Sim Sim

Configuração do 
armazenamento 
offline

OfflineStoreConfig Não Não

Status do armazenam 
ento offline

OfflineStoreStatus Sim Sim

Status da última 
atualização

LastUpdateStatus Não Não

Nome do recurso 
do identificador de 
registro

RecordIdentifierFe 
atureName

Sim Sim

Tags Tags.key Sim Não
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Como encontrar grupos de recursos

Você pode usar o console ou a API da Amazon SageMaker Feature Store para encontrar seus 
grupos de recursos. As instruções para usar a Feature Store por meio do console dependem de 
você ter ativado  SageMaker Estúdio Amazon ou Amazon SageMaker Studio Clássico como sua 
experiência padrão.

Encontre grupos de recursos se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. (Opcional) Para visualizar seus grupos de recursos, escolha Minha conta. Para ver grupos de 
recursos compartilhados, escolha Conta cruzada.

5. Na guia Catálogo de grupos de recursos, escolha Minha conta para visualizar seus grupos de 
recursos.

6. Na guia Catálogo de grupos de recursos, escolha Conta cruzada para visualizar grupos de 
recursos que outras pessoas tornaram visíveis para você. Em Criado por, você pode ver o ID da 
conta do proprietário do recurso.

7. Você pode pesquisar seus grupos de recursos na lista suspensa Pesquisar:

• (Opcional) Para filtrar sua pesquisa, escolha o ícone de filtro ao lado da lista suspensa
Pesquisar. Você pode usar filtros para especificar parâmetros ou intervalos de datas nos 
resultados da pesquisa. Se você pesquisar um parâmetro, especifique a chave e o valor. 
Para encontrar seus grupos de recursos, você pode especificar intervalos de tempo, limpar 
(desmarcar) as colunas que não deseja consultar, escolher lojas para pesquisar ou pesquisar 
por status.

• Para recursos compartilhados, você só pode editar metadados de grupos de recursos ou 
definições de recursos se tiver a permissão de acesso adequada concedida pela conta do 
proprietário do recurso. A permissão de descoberta por si só não permitirá que você edite 
metadados ou definições de recursos. Para obter mais informações sobre como conceder 
permissões de acesso, consulteHabilitar o acesso entre contas.
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Encontre grupos de recursos usando o SDK for Python (Boto3)

O código nesta seção usa a Searchoperação no AWS SDK for Python (Boto3) para executar 
a consulta de pesquisa para encontrar grupos de recursos. Para obter informações sobre os 
outros idiomas para enviar uma consulta, consulte Consulte também na Amazon SageMaker API 
Reference.

Para obter mais exemplos e recursos da Feature Store, consulteRecursos da Amazon SageMaker 
Feature Store.

O código a seguir mostra diferentes exemplos de consultas de pesquisa usando a API:

# Return all feature groups
sagemaker_client.search( 
    Resource="FeatureGroups",
)   

# Search for feature groups that are shared with your account
sagemaker_session.search( 
    resource="FeatureGroup", 
    search_expression={ 
        "Filters": [ 
            { 
                "Name": "FeatureGroupName", 
                "Value": "MyFeatureGroup", 
                "Operator": "Contains", 
            } 
        ], 
        "Operator": "And", 
    }, 
    sort_by="Name", 
    sort_order="Ascending", 
    next_token="token", 
    max_results=50, 
    CrossAccountFilterOption="SameAccount"
)

# Search for all feature groups with a name that contains the "ver" substring
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
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                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
        ] 
    }
)

# Search for all feature groups that have the EXACT name "airport"
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Equals', 
                'Value': 'airport' 
            }, 
        ] 
    }
)

# Search for all feature groups that contains the name "ver"
# AND have a record identifier feature name that contains "wha"
# AND have a tag (key or value) that contains "hea"
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'RecordIdentifierFeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'AllTags',  
                'Operator': 'Contains', 
                'Value': 'hea' 
            }, 
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        ] 
    }
)   

# Search for all feature groups with substring "ver" in its name
# OR feature groups that have a record identifier feature name that contains "wha"
# OR feature groups that have a tag (key or value) that contains "hea"
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
            }, 
            { 
                'Name': 'RecordIdentifierFeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'AllTags',  
                'Operator': 'Contains', 
                'Value': 'hea' 
            }, 
        ], 
        'Operator': 'Or' # note that this is explicitly set to "Or"- the default is 
 "And" 
    }
)               

# Search for all feature groups with substring "ver" in its name
# OR feature groups that have a record identifier feature name that contains "wha"
# OR tags with the value 'Sage' for the 'org' key
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'FeatureGroupName', 
                'Operator': 'Contains', 
                'Value': 'ver' 
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            }, 
            { 
                'Name': 'RecordIdentifierFeatureName', 
                'Operator': 'Contains', 
                'Value': 'wha' 
            }, 
            { 
                'Name': 'Tags.org',  
                'Operator': 'Contains', 
                'Value': 'Sage' 
            }, 
        ], 
        'Operator': 'Or' # note that this is explicitly set to "Or"- the default is 
 "And" 
    }
)

# Search for all offline only feature groups
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'OnlineStoreConfig.EnableOnlineStore', 
                'Operator': 'NotEquals', 
                'Value': 'true' 
            }, 
            { 
                'Name': 'OfflineStoreConfig.S3StorageConfig.S3Uri', 
                'Operator': 'Exists' 
            } 
        ] 
    }
)

# Search for all online only feature groups
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'OnlineStoreConfig.EnableOnlineStore', 
                'Operator': 'Equals', 
                'Value': 'true' 
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            }, 
            { 
                'Name': 'OfflineStoreConfig.S3StorageConfig.S3Uri', 
                'Operator': 'NotExists' 
            } 
        ] 
    }
)

# Search for all feature groups that are BOTH online and offline
sagemaker_client.search( 
    Resource="FeatureGroups", 
    SearchExpression={ 
        'Filters': [ 
            { 
                'Name': 'OnlineStoreConfig.EnableOnlineStore', 
                'Operator': 'Equals', 
                'Value': 'true' 
            }, 
            { 
                'Name': 'OfflineStoreConfig.S3StorageConfig.S3Uri', 
                'Operator': 'Exists' 
            } 
        ] 
    }
) 
                 

Você também pode usar o SDK Python de APIs AWS RAM para criar compartilhamento de recursos. 
A assinatura da API é fornecida abaixo. Para usar o SDK Python para APIs do AWS RAM, anexe a 
política gerenciada de acesso completo do AWS RAM ao perfil de execução.

response = client.create_resource_share( 
    name='string', 
    resourceArns=[ 
        'string', 
    ], 
    principals=[ 
        'string', 
    ], 
    tags=[ 
        { 
            'key': 'string', 
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            'value': 'string' 
        }, 
    ], 
    allowExternalPrincipals=True|False, 
    clientToken='string', 
    permissionArns=[ 
        'string', 
    ]
)

Adicionar metadados pesquisáveis aos seus recursos
Na Amazon SageMaker Feature Store, você pode pesquisar todos os seus recursos. Para tornar 
seus recursos mais detectáveis, você pode adicionar metadados a eles. É possível adicionar os 
seguintes tipos de metadados:

• Descrição – Uma descrição pesquisável do recurso.

• Parâmetros – Pares de valores-chave pesquisáveis.

A descrição pode ter até 255 caracteres. Para obter parâmetros, especifique um par de valores-
chave na pesquisa. É possível adicionar até 25 parâmetros.

Para atualizar os metadados de um recurso, você pode usar o console ou a
UpdateFeatureMetadataoperação.

Como adicionar metadados pesquisáveis aos seus recursos

Você pode usar o console ou a API da Amazon SageMaker Feature Store para adicionar metadados 
pesquisáveis aos seus recursos. As instruções para usar a Feature Store por meio do console 
dependem de você ter ativado  SageMaker Estúdio Amazon ou Amazon SageMaker Studio Clássico
como sua experiência padrão.

Adicione metadados pesquisáveis aos recursos se o Studio for sua experiência padrão (console)

1. Abra o console do Studio seguindo as instruções emInicie o Amazon SageMaker Studio.

2. Escolha Dados no painel de navegação esquerdo para expandir a lista suspensa.

3. Na lista suspensa, escolha Feature Store.

4. (Opcional) Para ver seus recursos, escolha Minha conta. Para ver os recursos compartilhados, 
escolha Conta cruzada.
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5. Para visualizar seus grupos de recursos, na guia Catálogo de recursos, escolha Minha conta.

6. Na guia Catálogo de recursos, escolha Conta cruzada para visualizar grupos de recursos que 
outras pessoas tornam visíveis para você. Em Criado por, você pode ver o ID da conta do 
proprietário do recurso do grupo de recursos.

7. Você pode pesquisar seus recursos na lista suspensa Pesquisar.

• (Opcional) Para filtrar sua pesquisa, escolha o ícone de filtro ao lado da lista suspensa
Pesquisar. Você pode usar filtros para especificar parâmetros ou intervalos de datas nos 
resultados da pesquisa. Se você pesquisar um parâmetro, especifique a chave e o valor. Para 
encontrar seus recursos com mais facilidade, você pode especificar intervalos de tempo ou 
desmarcar as colunas que não deseja consultar.

• Para recursos compartilhados, você só pode editar metadados de grupos de recursos ou 
definições de recursos se tiver a permissão de acesso adequada concedida pela conta do 
proprietário do recurso. Ter a permissão de descoberta por si só não permite que você edite 
metadados ou definições de recursos. Para obter mais informações sobre a concessão de 
permissões de acesso, consulteHabilitar o acesso entre contas.

8. Escolha seu recurso.

9. Escolha Editar metadados.

10. No campo Descrição, insira uma ou atualize a descrição.

11. No campo Parâmetros, em Parâmetros, especifique um par de valores-chave para o parâmetro.

12. (Opcional) Escolha Adicionar novo parâmetro para adicionar outro parâmetro.

13. Escolha Salvar alterações.

14. Selecione a opção Confirmar.

Adicione metadados pesquisáveis aos seus recursos usando o SDK para Python (SDK for Python) 
(Boto3)

O código nesta seção usa a UpdateFeatureMetadataoperação no AWS SDK for Python (Boto3) 
para adicionar metadados pesquisáveis aos seus recursos para diferentes cenários. Para obter 
informações sobre os outros idiomas para enviar uma consulta, consulte Consulte também na
Amazon SageMaker API Reference.

Para obter mais exemplos e recursos da Feature Store, consulteRecursos da Amazon SageMaker 
Feature Store.
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Add a list of parameters to a feature

Para adicionar uma lista de parâmetros a um recurso, especifique valores para os seguintes 
campos:

• FeatureGroupName

• Feature

• Parameters

O código de exemplo a seguir usa o AWS SDK for Python (Boto3) para adicionar dois 
parâmetros.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName="feature_group_name", 
    FeatureName="feature-name", 
    ParameterAdditions=[ 
        {"Key": "example-key-0", "Value": "example-value-0"}, 
        {"Key": "example-key-1", "Value": "example-value-1"}, 
    ]
) 
                 

Add a description to a feature

Para adicionar uma descrição a um recurso, especifique valores para os seguintes campos:

• FeatureGroupName

• Feature

• Description

sagemaker_client.update_feature_metadata( 
    FeatureGroupName="feature-group-name", 
    FeatureName="feature-name", 
    Description="description"
)
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Remove parameters for a feature

Para remover todos os parâmetros de um recurso, faça o seguinte.

Especifique valores para os seguintes campos:

• FeatureGroupName

• Feature

Especifique as chaves para os parâmetros que você está removendo em ParameterRemovals.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName="feature_group_name", 
    FeatureName="feature-name", 
        ParameterRemovals=[ 
        {"Key": "example-key-0"}, 
        {"Key": "example-key-1"}, 
    ]
) 
                 

Remove the description for a feature

Para remover a descrição de um recurso, faça o seguinte.

Especifique valores para os seguintes campos:

• FeatureGroupName

• Feature

Especifique uma string vazia para Description.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName="feature-group-name", 
    FeatureName="feature-name", 
    Description=""
)
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Código de exemplo

Depois de atualizar os metadados de um recurso, você pode usar a operação
DescribeFeatureMetadata para ver as atualizações que você fez.

O código a seguir passa por um exemplo de fluxo de trabalho usando o AWS SDK for Python 
(Boto3). O código de exemplo faz o seguinte:

1. Configura seu SageMaker ambiente.

2. Cria um grupo de recursos.

3. Adiciona recursos ao grupo.

4. Adiciona metadados aos recursos.

Para obter mais exemplos e recursos da Feature Store, consulteRecursos da Amazon SageMaker 
Feature Store.

Etapa 1: Configurar o

Para começar a usar a Feature Store SageMaker, crie sessões de boto3 e Feature Store. Além 
disso, configure o bucket do S3 que deseja usar para seus recursos. Esse é seu armazenamento 
offline. O código a seguir usa o bucket SageMaker padrão e adiciona um prefixo personalizado a ele.

Note

O perfil que você usa deve ter as seguintes políticas gerenciadas anexadas a ele:
AmazonS3FullAccess e AmazonSageMakerFeatureStoreAccess.

# SageMaker Python SDK version 2.x is required
%pip install 'sagemaker>=2.0.0'
import sagemaker
import sys

import boto3
import pandas as pd
import numpy as np
import io
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from sagemaker.session import Session
from sagemaker import get_execution_role
from botocore.exceptions import ClientError

prefix = 'sagemaker-featurestore-introduction'
role = get_execution_role()

sagemaker_session = sagemaker.Session()
region = sagemaker_session.boto_region_name
s3_bucket_name = sagemaker_session.default_bucket()
sagemaker_client = boto_session.client(service_name='sagemaker', region_name=region) 
             

Etapa 2: criar um grupo de recursos e adicionar recursos

O código a seguir é um exemplo de criação de um grupo de recursos com definições de recursos.

feature_group_name = "test-for-feature-metadata"
feature_definitions = [ 
    {"FeatureName": "feature-1", "FeatureType": "String"}, 
    {"FeatureName": "feature-2", "FeatureType": "String"}, 
    {"FeatureName": "feature-3", "FeatureType": "String"}, 
    {"FeatureName": "feature-4", "FeatureType": "String"}, 
    {"FeatureName": "feature-5", "FeatureType": "String"}
]
try: 
    sagemaker_client.create_feature_group( 
        FeatureGroupName=feature_group_name, 
        RecordIdentifierFeatureName="feature-1", 
        EventTimeFeatureName="feature-2", 
        FeatureDefinitions=feature_definitions, 
        OnlineStoreConfig={"EnableOnlineStore": True} 
    )
except ClientError as e: 
    if e.response["Error"]["Code"] == "ResourceInUse": 
        pass 
    else: 
        raise e        
      

Como adicionar metadados pesquisáveis aos seus recursos 2646



Amazon SageMaker Guia do Desenvolvedor

Etapa 3: adicionar metadados

Antes de adicionar metadados, use a operação DescribeFeatureGroup para garantir que o status 
do grupo de recursos seja Created.

sagemaker_client.describe_feature_group( 
        FeatureGroupName=feature_group_name 
    )                
             

Adicione uma descrição ao recurso.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName=feature_group_name, 
    FeatureName="feature-1", 
    Description="new description"
) 
             

Você pode usar a DescribeFeatureMetadataoperação para verificar se você atualizou com êxito 
a descrição do grupo de recursos.

    sagemaker_client.describe_feature_metadata( 
    FeatureGroupName=feature_group_name, 
    FeatureName="feature-1"
)

Você também pode usá-la para adicionar parâmetros ao grupo de recursos.

sagemaker_client.update_feature_metadata( 
    FeatureGroupName=feature_group_name, 
    FeatureName="feature-1", 
    ParameterAdditions=[ 
        {"Key": "team", "Value": "featurestore"}, 
        {"Key": "org", "Value": "sagemaker"}, 
    ]
) 
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Você pode usar a operação DescribeFeatureMetadata novamente para ver se você adicionou 
os parâmetros com sucesso.

    sagemaker_client.describe_feature_metadata( 
    FeatureGroupName=feature_group_name, 
    FeatureName="feature-1"
)

Criar um conjunto de dados a partir de seus grupos de recursos

Depois que um grupo de recursos do Feature Store for criado em um armazenamento offline, você 
poderá optar por usar os seguintes métodos para obter seus dados:

• Usando o Amazon SageMaker Python SDK

• Executando consultas SQL no Amazon Athena

Important

O Feature Store exige que os dados sejam registrados em um catálogo de dados AWS Glue. 
Por padrão, o Feature Store cria automaticamente um catálogo de dados AWS Glue quando 
você cria um grupo de recursos.

Depois de criar grupos de recursos para seu armazenamento offline e preenchê-los com dados, 
você pode criar um conjunto de dados executando consultas ou usando o SDK para juntar dados 
armazenados no armazenamento offline de diferentes grupos de recursos. Você também pode juntar 
os grupos de recursos a um único dataframe de pandas. Você pode usar o Amazon Athena para 
escrever e executar consultas SQL.

Note

Para garantir que seus dados estejam atualizados, você pode configurar um rastreador AWS 
Glue para ser executado de acordo com uma programação.
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Para configurar um rastreador AWS Glue, especifique um perfil do IAM que o rastreador está 
usando para acessar os buckets Amazon S3 do armazenamento offline. Para obter mais 
informações, consulte Criar um perfil do IAM.
Para obter mais informações sobre como usar o AWS Glue e o Athena para criar um 
conjunto de dados de treinamento para treinamento e inferência de modelos, consulte Usar o 
Feature Store com o SDK para Python (Boto3).

Usando o Amazon SageMaker Python SDK para obter seus dados de seus 
grupos de recursos

Você pode usar as APIs do Feature Store para criar um conjunto de dados dos seus grupos de 
recursos. Cientistas de dados criam conjuntos de dados de ML para treinamento recuperando dados 
de recursos de ML de um ou mais grupos de recursos no armazenamento offline. Use a função
create_dataset() para criar o conjunto de dados. Você pode usar o SDK para fazer o seguinte:

• Criar um conjunto de dados a partir de vários grupos de recursos.

• Crie um conjunto de dados a partir dos grupos de recursos e de um dataframe do pandas.

Por padrão, o Feature Store não inclui registros que você excluiu do conjunto de dados. Ele também 
não inclui registros duplicados. Um registro duplicado tem o ID do registro e o valor do timestamp na 
coluna de hora do evento.

Antes de usar o SDK para criar um conjunto de dados, você precisa iniciar uma SageMaker sessão. 
Use o código a seguir para iniciar a sessão.

import boto3
from sagemaker.session import Session
from sagemaker.feature_store.feature_store import FeatureStore

region = boto3.Session().region_name
boto_session = boto3.Session(region_name=region)

sagemaker_client = boto_session.client( 
    service_name="sagemaker", region_name=region 
 )
featurestore_runtime = boto_session.client( 
    service_name="sagemaker-featurestore-runtime",region_name=region
)
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feature_store_session = Session( 
    boto_session=boto_session, 
    sagemaker_client=sagemaker_client, 
    sagemaker_featurestore_runtime_client=featurestore_runtime,
)

feature_store = FeatureStore(feature_store_session) 

O código a seguir mostra um exemplo de criação de um conjunto de dados a partir de vários 
grupos de recursos. O trecho de código a seguir usa os exemplos de grupos de recursos 
"base_fg_name","first_fg_name" e "second_fg_name", que podem não existir ou ter o mesmo 
esquema no seu Feature Store. É recomendável substituir esses grupos de recursos por grupos 
de recursos que existem no seu Feature Store. Para obter informações sobre como criar um grupo 
recursos, consulte Etapa 3: criar grupos de atributos.

from sagemaker.feature_store.feature_group import FeatureGroup

s3_bucket_name = "offline-store-sdk-test"  

base_fg_name = "base_fg_name"
base_fg = FeatureGroup(name=base_fg_name, sagemaker_session=feature_store_session)

first_fg_name = "first_fg_name"
first_fg = FeatureGroup(name=first_fg_name, sagemaker_session=feature_store_session)

second_fg_name = "second_fg_name"
second_fg = FeatureGroup(name=second_fg_name, sagemaker_session=feature_store_session)

feature_store = FeatureStore(feature_store_session)
builder = feature_store.create_dataset( 
    base=base_fg, 
    output_path=f"s3://{DOC-EXAMPLE-BUCKET1}",
).with_feature_group(first_fg
).with_feature_group(second_fg, "base_id", ["base_feature_1"])          
         

O código a seguir mostra um exemplo de criação de um conjunto de dados a partir de vários grupos 
de recursos e dataframe do pandas.

base_data = [[1, 187512346.0, 123, 128], 
             [2, 187512347.0, 168, 258], 
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             [3, 187512348.0, 125, 184], 
             [1, 187512349.0, 195, 206]]
base_data_df = pd.DataFrame( 
    base_data,  
    columns=["base_id", "base_time", "base_feature_1", "base_feature_2"]
)

builder = feature_store.create_dataset( 
    base=base_data_df,  
    event_time_identifier_feature_name='base_time',  
    record_identifier_feature_name='base_id', 
    output_path=f"s3://{s3_bucket_name}"
).with_feature_group(first_fg
).with_feature_group(second_fg, "base_id", ["base_feature_1"])             
         

As APIs do Feature Store fornecem métodos auxiliares para a função create_dataset. Você pode 
usá-las para fazer o seguinte:

• Criar um conjunto de dados a partir de vários grupos de recursos.

• Criar um conjunto de dados a partir de vários grupos de recursos e de um dataframe do pandas.

• Criar um conjunto de dados a partir de um único grupo de recursos e de um dataframe do pandas.

• Criar um conjunto de dados usando uma junção precisa e pontual em que os registros juntados no 
grupo de recursos seguem sequencialmente.

• Criar um conjunto de dados com os registros duplicados, em vez de seguir o comportamento 
padrão da função.

• Criar um conjunto de dados com os registros excluídos, em vez de seguir o comportamento padrão 
da função.

• Criar um conjunto de dados para os períodos que você especificar.

• Salvar o conjunto de dados como um arquivo CSV.

• Salvar o conjunto de dados como um dataframe do pandas.

O grupo de recursos de base é um conceito importante para junções. O grupo de recursos de base é 
o grupo de recursos que tem outros grupos de recursos ou o dataframe pandas juntados a ele. Para 
cada conjunto de dados

Você pode adicionar os seguintes métodos opcionais à função create_dataset para configurar 
como você criar o conjunto de dados:

Usando o Amazon SageMaker Python SDK para obter seus dados de seus grupos de recursos 2651

https://sagemaker.readthedocs.io/en/stable/api/prep_data/feature_store.html#dataset-builder


Amazon SageMaker Guia do Desenvolvedor

• with_feature_group – Executa uma junção interna entre o grupo de recursos de base e outro 
grupo de recursos usando o identificador de registro e o nome do recurso de destino no grupo de 
recursos de base. A seguir constam informações sobre os parâmetros que você especifica:

• feature_group – O grupo de recursos que você está juntando.

• target_feature_name_in_base – O nome do recurso no grupo de recursos de base que 
você está usando como chave na junção. O identificador de registro nos outros grupos de 
recursos são as outras chaves que o Feature Store usa na junção.

• included_feature_names – Uma lista de strings representando os nomes dos recursos do 
grupo de recursos de base. Você pode usar o campo para especificar os recursos que deseja 
incluir no conjunto de dados.

• feature_name_in_target – String opcional representando o recurso no grupo de recursos 
de destino que será comparado ao recurso de destino no grupo de recursos de base.

• join_comparator – JoinComparatorEnum opcional representando o comparador 
usado ao juntar o recurso de destino no grupo de recursos de base e o recurso no grupo 
de recursos de base. Esses valores JoinComparatorEnum podem ser GREATER_THAN,
GREATER_THAN_OR_EQUAL_TO, LESS_THAN, LESS_THAN_OR_EQUAL_TO, NOT_EQUAL_TO ou
EQUALS por padrão.

• join_type – JoinTypeEnum opcional que representa o tipo de junção entre os grupos 
de recursos de base e de destino. Esses valores JoinTypeEnum podem ser LEFT_JOIN,
RIGHT_JOIN, FULL_JOIN, CROSS_JOIN ou INNER_JOIN por padrão.

• with_event_time_range – Cria um conjunto de dados usando o intervalo de tempo do evento 
especificado por você.

• as_of – Cria um conjunto de dados com um timestamp especificado por você. Por exemplo, se 
você especificar datetime(2021, 11, 28, 23, 55, 59, 342380) como valor, um conjunto 
de dados até 28 de novembro de 2021 será criado.

• point_time_accurate_join – Cria um conjunto de dados em que todos os valores de hora do 
evento do grupo de recursos de base são menores do que todos os valores de hora do evento do 
grupo de recursos ou do dataframe do pandas que você está juntando.

• include_duplicated_records – Mantém valores duplicados nos grupos de recursos.

• include_deleted_records – Mantém valores excluídos nos grupos de recursos.

• with_number_of_recent_records_by_record_identifier – Um número inteiro que você 
especifica para determinar quantos dos registros mais recentes aparecem no conjunto de dados.

• with_number_of_records_by_record_identifier – Um número inteiro que representa 
quantos registros aparecem no conjunto de dados.
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Depois de configurar o conjunto de dados, especifique a saída usando um dos seguintes métodos:

• to_csv_file – Salva o conjunto de dados como um arquivo CSV.

• to_dataframe – Salva o conjunto de dados como um dataframe do pandas.

Você pode recuperar dados que chegam após um período específico. O código a seguir recupera 
dados após um timestamp.

fg1 = FeatureGroup("example-feature-group-1")
feature_store.create_dataset( 
    base=fg1,  
    output_path="s3://example-S3-path"
).with_number_of_records_from_query_results(5).to_csv_file()   

Também é possível recuperar dados de um período de tempo específico. Você pode usar o código a 
seguir para obter dados de um intervalo de tempo específico:

fg1 = FeatureGroup("fg1")
feature_store.create_dataset( 
    base=fg1,  
    output_path="example-S3-path"
).with_event_time_range( 
    datetime(2021, 11, 28, 23, 55, 59, 342380),  
    datetime(2020, 11, 28, 23, 55, 59, 342380)
).to_csv_file() #example time range specified in datetime functions

Talvez você queira juntar vários grupos de recursos a um dataframe do pandas em que os valores de 
hora do evento do grupo de recursos ocorram, no mais tardar, na hora do evento do dataframe. Use 
o código a seguir como modelo para ajudá-lo a realizar a junção.

fg1 = FeatureGroup("fg1")
fg2 = FeatureGroup("fg2")
events = [['2020-02-01T08:30:00Z', 6, 1], 
          ['2020-02-02T10:15:30Z', 5, 2], 
          ['2020-02-03T13:20:59Z', 1, 3], 
          ['2021-01-01T00:00:00Z', 1, 4]]
df = pd.DataFrame(events, columns=['event_time', 'customer-id', 'title-id'])  
feature_store.create_dataset( 
    base=df,  
    event_time_identifier_feature_name='event_time',  
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    record_identifier_feature_name='customer_id', 
    output_path="s3://example-S3-path"
).with_feature_group(fg1, "customer-id"
).with_feature_group(fg2, "title-id"
).point_in_time_accurate_join(
).to_csv_file()

Também é possível recuperar dados que chegam após um período de tempo específico. O código a 
seguir recupera dados após o horário especificado pelo timestamp no método as_of.

fg1 = FeatureGroup("fg1")
feature_store.create_dataset( 
    base=fg1,  
    output_path="s3://example-s3-file-path"
).as_of(datetime(2021, 11, 28, 23, 55, 59, 342380)
).to_csv_file() # example datetime values

Exemplos de consultas do Amazon Athena

Você pode gravar consultas no Amazon Athena para criar um conjunto de dados a partir dos seus 
grupos de recursos. Também é possível gravar consultas que criam um conjunto de dados a partir de 
grupos de recursos e de um único dataframe do pandas.

Exploração interativa

Essa consulta seleciona os primeiros 1000 registros. 

SELECT *
FROM <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>
LIMIT 1000

Snapshot mais recente sem duplicatas

Essa consulta seleciona os registros não duplicados mais recentes.

SELECT *
FROM 
    (SELECT *, 
         row_number() 
        OVER (PARTITION BY <RecordIdentiferFeatureName> 
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    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) 
 AS row_num 
    FROM 
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>)
WHERE row_num = 1;

Snapshot mais recente sem duplicatas e registros excluídos no armazenamento offline

Essa consulta filtra todos os registros excluídos e seleciona registros não duplicados do 
armazenamento offline. 

SELECT *
FROM 
    (SELECT *, 
         row_number() 
        OVER (PARTITION BY <RecordIdentiferFeatureName> 
    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) 
 AS row_num 
    FROM 
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName>)
WHERE row_num = 1 and  
NOT is_deleted;

Viagem no tempo sem duplicatas e registros excluídos no armazenamento offline

Essa consulta filtra todos os registros excluídos e seleciona registros não duplicados de um ponto no 
tempo particular.

SELECT *
FROM 
    (SELECT *, 
         row_number() 
        OVER (PARTITION BY <RecordIdentiferFeatureName> 
    ORDER BY  <EventTimeFeatureName> desc, Api_Invocation_Time DESC, write_time DESC) 
 AS row_num 
    FROM 
 <FeatureGroup.DataCatalogConfig.DatabaseName>.<FeatureGroup.DataCatalogConfig.TableName> 
    where <EventTimeFeatureName> <= timestamp '<timestamp>') 
    -- replace timestamp '<timestamp>' with just <timestamp>  if EventTimeFeature is of 
 type fractional
WHERE row_num = 1 and
NOT is_deleted
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Excluir registros do seu grupo de recursos

Você pode usar a API Amazon SageMaker Feature Store para excluir registros de seus grupos de 
recursos. Um grupo de recursos é um objeto que contém seus dados de machine learning (ML), em 
que as colunas de seus dados são descritas por recursos e seus dados estão contidos em registros. 
Um registro contém valores para recursos associados a um identificador de registro específico.

Há duas configurações de armazenamento para seus grupos de recursos: o armazenamento on-
line e o armazenamento offline. O armazenamento on-line mantém apenas o registro com a hora do 
evento mais recente e normalmente é usado para pesquisas em tempo real para inferência de ML. 
O armazenamento offline mantém todos os registros e atua como um banco de dados histórico e 
normalmente é usado para exploração de recursos, treinamento de ML e inferência em lote.

Para obter mais informações sobre os conceitos do Feature Store, consulte Diagramas de ingestão.

Há duas maneiras de excluir registros de seus grupos de recursos, e o comportamento é diferente 
dependendo da configuração de armazenamento. Nos tópicos a seguir, descreveremos como fazer 
exclusões de registros de forma temporária e definitiva dos armazenamentos on-line e offline e 
forneceremos exemplos.

Tópicos

• Excluir registros do armazenamento on-line

• Excluir registros do armazenamento offline

Excluir registros do armazenamento on-line

Você pode excluir um registro do armazenamento on-line de forma temporária ou definitiva com 
a API DeleteRecord usando o parâmetro de solicitação DeletionMode para especificar
SoftDelete (padrão) ou HardDelete. Para obter mais informações sobre a DeleteRecord API, 
consulte DeleteRecorda Amazon SageMaker API Reference.

Com o armazenamento on-line:

• Quando você faz uma exclusão reversível (padrão), o registro não pode mais ser recuperado por 
GetRecord ou BatchGetRecord e os valores da coluna do recurso são definidos comonull, exceto 
os valores do EventTime recurso RecordIdentifer e.

• Quando você exclui irreversivelmente, o registro é completamente removido do armazenamento 
on-line.
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Em ambos os casos, o Feature Store anexa o marcador de registro excluído ao OfflineStore. 
O marcador de registro excluído é um registro com o mesmo RecordIdentifer que o original, 
mas com valor is_deleted definido como True, EventTime definido para a entrada de exclusão
EventTime e outros valores de recurso definidos como null.

Observe que o EventTime especificado em DeleteRecord deve ser definido posteriormente ao
EventTime do registro existente no OnlineStore para esse mesmo RecordIdentifer. Caso 
contrário, a exclusão não ocorrerá:

• Para SoftDelete, o registro existente (não excluído) permanece no OnlineStore, embora o 
marcador de exclusão de registro ainda esteja gravado no OfflineStore.

• HardDelete retorna o EventTime: 400 ValidationException para indicar que a operação 
de exclusão falhou. Nenhum marcador de exclusão de registro é gravado no OfflineStore.

Os exemplos a seguir usam a operação delete_record do SDK para Python (Boto3) para excluir 
um registro de um grupo de recursos. Para excluir um registro de um grupo de recursos, você 
precisará:

• Nome do grupo de recursos (feature-group-name)

• Registro do valor do identificador como uma string (record-identifier-value)

• Hora do evento de exclusão (deletion-event-time)

O horário do evento de exclusão deve ser posterior ao horário do evento do registro que você 
deseja excluir.

Exemplo de exclusão temporária no armazenamento on-line

Para exclusões temporárias, você precisará usar a API DeleteRecord e poderá usar o padrão
DeletionMode ou definir o DeletionMode como SoftDelete.

import boto3
client = boto3.client('sagemaker-featurestore-runtime')

client.delete_record( 
    FeatureGroupName='feature-group-name', 
    RecordIdentifierValueAsString='record-identifier-value', 
    EventTime='deletion-event-time', 
    TargetStores=[ 

Excluir registros do armazenamento on-line 2657

https://boto3.amazonaws.com/v1/documentation/api/latest/reference/services/sagemaker-featurestore-runtime/client/delete_record.html#delete-record


Amazon SageMaker Guia do Desenvolvedor

        'OnlineStore', 
    ], 
    DeletionMode='SoftDelete'
)

Exemplo de exclusão irreversível do armazenamento on-line

Para exclusão irreversível, você precisará usar a API DeleteRecord e definir DeletionMode
como HardDelete.

import boto3
client = boto3.client('sagemaker-featurestore-runtime')

client.delete_record( 
    FeatureGroupName='feature-group-name', 
    RecordIdentifierValueAsString='record-identifier-value', 
    EventTime='deletion-event-timestamp', 
    TargetStores=[ 
        'OnlineStore', 
    ], 
    DeletionMode='HardDelete'
)

Excluir registros do armazenamento offline

Com a Amazon SageMaker Feature Store, você pode excluir temporariamente ou não um registro do 
formato de tabela OfflineStore Iceberg. Com o formato de tabela Iceberg OfflineStore:

• Quando você exclui temporariamente um registro , a versão mais recente do arquivo da tabela 
Iceberg não conterá o registro, mas as versões anteriores ainda conterão o registro e poderão ser 
acessadas usando a viagem no tempo. Para obter informações sobre viagem no tempo, consulte
Consultar dados da tabela Iceberg e realizar viagens no tempo no guia do usuário do Athena.

• Ao excluir um registro de forma definitiva, você remove versões anteriores da tabela Iceberg que 
contêm o registro. Nesse caso, você deve especificar quais versões da tabela Iceberg você deseja 
excluir.

Obter o nome da sua tabela Iceberg

Para fazer exclusões temporárias e definitivas da sua tabela Iceberg OfflineStore, você precisará 
obter o nome da tabela Iceberg, iceberg-table-name. As instruções a seguir pressupõem que 
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você já tenha usado o Feature Store para criar um grupo de recursos usando a configuração de 
armazenamento offline com o formato de tabela Iceberg, com DisableGlueTableCreation = 
False (padrão). Para obter mais informações sobre como criar um grupo de recursos, consulte
Comece a usar a Amazon SageMaker Feature Store.

Para obter seu iceberg-table-name, use a API DescribeFeatureGroup para obter
DataCatalogConfig. Ela contém os metadados de tabela do Glue, que servem como catálogo 
de dados para o OfflineStore. A TableName dentro da DataCatalogConfig é seu iceberg-
table-name.

Exemplo de exclusão temporária e definitiva do armazenamento offline do Amazon 
Athena

As instruções a seguir usam o Amazon Athena para fazer exclusões temporárias e, em seguida, 
exclusões definitivas de um registro da tabela Iceberg OfflineStore. Isso pressupõe que o 
registro que você pretende excluir em seu OfflineStore é um marcador de registro excluído. Para 
obter informações sobre o marcador de registro excluído em seu OfflineStore, consulte Excluir 
registros do armazenamento on-line.

1. Obtenha o nome da sua tabela Iceberg, iceberg-table-name. Para obter informações sobre 
como obter o nome da tabela Iceberg, consulte Obter o nome da sua tabela Iceberg.

2. Execute o comando DELETE para excluir temporariamente os registros no OfflineStore, de 
forma que a versão mais recente (ou snapshot) da tabela Iceberg não contenha os registros. O 
exemplo a seguir exclui os registros quando is_deleted é 'True' e as versões anteriores de 
horário do evento desses registros. Você pode adicionar mais condições com base em outros 
recursos para restringir a exclusão. Para obter mais informações sobre como usar oDELETE, 
consulte o DELETE no Guia do usuário do Athena.

DELETE FROM iceberg-table-name WHERE record-id-feature-name IS IN ( SELECT record-
id-feature-name FROM iceberg-table-name WHERE is_deleted = 'True')

Os registros excluídos de forma reversível ainda podem ser visualizados nas versões anteriores 
do arquivo por meio da viagem no tempo. Para obter informações sobre como realizar a viagem 
no tempo, consulte Consultar dados da tabela Iceberg e realizar viagens no tempo no Guia do 
usuário do Athena.

3. Remova o registro das versões anteriores de suas tabelas Iceberg para excluir definitivamente o 
registro do OfflineStore:
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a. Execute o comando OPTIMIZE para regravar os arquivos de dados em um layout mais 
otimizado com base no tamanho e no número de arquivos de exclusão associados. Para 
obter mais informações sobre como otimizar tabelas Iceberg e a sintaxe, consulte Otimizar 
tabelas Iceberg no guia do usuário do Athena.

OPTIMIZE iceberg-table-name REWRITE DATA USING BIN_PACK

b. (Opcional, precisa ser executado apenas uma vez) Execute o comando ALTER TABLE para 
alterar os valores do conjunto de tabelas Iceberg e defina quando as versões anteriores 
do arquivo devem ser excluídas definitivamente de acordo com suas especificações. Isso 
pode ser feito atribuindo valores a propriedades vacuum_min_snapshots_to_keep e
vacuum_max_snapshot_age_seconds. Para obter mais informações sobre como alterar 
as propriedades do conjunto de tabelas Iceberg, consulte ALTERAR PROPRIEDADES DO 
CONJUNTO DE TABELAS no guia do usuário do Athena. Para obter mais informações 
sobre os pares de valores-chave das propriedades das tabelas Iceberg, consulte
Prioridades da tabelas no guia do usuário do Athena.

ALTER TABLE iceberg-table-name SET TBLPROPERTIES ( 
  'vacuum_min_snapshots_to_keep'='your-specified-value', 
  'vacuum_max_snapshot_age_seconds'='your-specified-value'
)

c. Execute o comando VACUUM para remover arquivos de dados que não são mais 
necessários para suas tabelas Iceberg, não referenciados pela versão atual. O comando
VACUUM deve ser executado depois que o registro excluído não for mais referenciado no 
snapshot atual. Por exemplo, vacuum_max_snapshot_age_seconds após a exclusão. 
Para obter mais informações sobre VACUUM com o Athena e a sintaxe, consulte VACUUM.

VACUUM iceberg-table-name

Exemplo de exclusão temporária e definitiva do armazenamento offline do Apache 
Spark

Para excluir temporariamente e, depois, definitivamente um registro da tabela Iceberg
OfflineStore usando o Apache Spark, siga as mesmas instruções do Exemplo de exclusão 
temporária e definitiva do armazenamento offline do Amazon Athena acima, mas usando os 

Excluir registros do armazenamento offline 2660

https://docs.aws.amazon.com/athena/latest/ug/querying-iceberg-data-optimization.html
https://docs.aws.amazon.com/athena/latest/ug/querying-iceberg-data-optimization.html
https://docs.aws.amazon.com/athena/latest/ug/querying-iceberg-managing-tables.html#querying-iceberg-alter-table-set-properties
https://docs.aws.amazon.com/athena/latest/ug/querying-iceberg-managing-tables.html#querying-iceberg-alter-table-set-properties
https://docs.aws.amazon.com/athena/latest/ug/querying-iceberg-creating-tables.html#querying-iceberg-table-properties
https://docs.aws.amazon.com/athena/latest/ug/vacuum-statement.html


Amazon SageMaker Guia do Desenvolvedor

procedimentos do Spark. Para obter uma lista completa de procedimentos, consulte Procedimentos 
do Spark na documentação do Apache Iceberg.

• Ao fazer uma exclusão temporária do OfflineStore: em vez de usar o comando DELETE no 
Athena, use o comando DELETE FROM no Apache Spark.

• Para remover o registro das versões anteriores das suas tabelas Iceberg para excluir 
definitivamente o registro do OfflineStore:

• Ao alterar a configuração da tabela Iceberg: em vez de usar o comando ALTER TABLE do 
Athena, use o procedimento expire_snapshots.

• Para remover arquivos de dados desnecessários de suas tabelas do Iceberg: em vez de usar o 
comando VACUUM no Athena, use o procedimento remove_orphan_files.

Registrar em log operações do Feature Store usando AWS 
CloudTrail

A Amazon SageMaker Feature Store está integrada comAWS CloudTrail, um serviço que fornece 
um registro das ações realizadas por um usuário, função ou AWS serviço na Feature Store. 
CloudTrail captura todas as chamadas de API para a Feature Store listadas nesta página. Os 
eventos registrados em log incluem chamadas de API do gerenciamento de recursos e operações 
de dados do Feature Store. Ao criar uma trilha, você ativa a entrega contínua de CloudTrail eventos 
da Feature Store para um bucket do Amazon S3. Usando as informações coletadas por CloudTrail, 
você pode determinar a solicitação que foi feita à Feature Store, o endereço IP do qual a solicitação 
foi feita, quem fez a solicitação, quando ela foi feita e detalhes adicionais.

Para saber mais CloudTrail, consulte o Guia AWS CloudTrail do usuário.

Eventos de gerenciamento

Os eventos de gerenciamento capturam as operações realizadas nos recursos do Feature Store 
em sua conta AWS. Por exemplo, o log gerado a partir dos eventos de gerenciamento fornece 
visibilidade se um usuário criar ou excluir um arquivo de atributos. As seguintes APIs registram 
eventos de gerenciamento com a Amazon SageMaker Feature Store.

• CreateFeatureGroup

• DeleteFeatureGroup

• DescribeFeatureGroup
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• UpdateFeatureGroup

As chamadas de SageMaker API e os eventos de gerenciamento da Amazon são registrados por 
padrão quando você cria a conta, conforme descrito emRegistre chamadas de SageMaker API da 
Amazon com AWS CloudTrail. Para obter mais informações, consulte Registrar em log eventos de 
gerenciamento para trilhas.

Eventos de dados

Os eventos de dados capturam as operações de plano de dados realizadas usando os recursos do 
Feature Store em sua conta AWS. Por exemplo, o log gerado a partir dos eventos de dados fornece 
visibilidade se um usuário adicionar ou excluir um registro em um grupo de recursos. As seguintes 
APIs registram eventos de dados na Amazon SageMaker Feature Store.

• BatchGetRecord

• DeleteRecord

• GetRecord

• PutRecord

Por padrão, os eventos de dados não são registrados por CloudTrail trilhas. Para ativar o registro de 
eventos de dados, ative o registro da atividade da API do plano de dados em CloudTrail. Para obter 
mais informações, consulte CloudTrail Registrar eventos de dados para trilhas.

Veja a seguir um exemplo de CloudTrail evento para uma chamada de PutRecord API:

{ 
    "eventVersion": "1.08", 
    "userIdentity": { 
        "type": "IAMUser", 
        "principalId": "USERPRINCIPALID", 
        "arn": "arn:aws:iam::123456789012:user/user", 
        "accountId": "123456789012", 
        "accessKeyId": "USERACCESSKEYID", 
        "userName": "your-user-name" 
    }, 
    "eventTime": "2023-01-01T01:00:00Z", 
    "eventSource": "sagemaker.amazonaws.com", 
    "eventName": "PutRecord", 
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    "awsRegion": "us-east-1", 
    "sourceIPAddress": "192.0.2.0", 
    "userAgent": "your-user-agent", 
    "requestParameters": { 
        "featureGroupName": "your-feature-group-name" 
    }, 
    "responseElements": null, 
    "requestID": "request-id", 
    "eventID": "event-id", 
    "readOnly": false, 
    "resources": [ 
        { 
            "accountId": "123456789012", 
            "type": "AWS::SageMaker::FeatureGroup", 
            "ARN": "arn:aws:sagemaker:us-east-1:123456789012:feature-group/your-
feature-group-name" 
        } 
    ], 
    "eventType": "AwsApiCall", 
    "managementEvent": false, 
    "recipientAccountId": "123456789012", 
    "eventCategory": "Data", 
    "tlsDetails": { 
        ... 
    }
}

Segurança e controle de acesso

A Amazon SageMaker Feature Store permite que você crie dois tipos de lojas: uma loja online ou 
uma loja offline. O armazenamento on-line é usado para casos de uso de inferência em tempo real 
de baixa latência, e o armazenamento offline é usado para casos de uso de treinamento e inferência 
em lote. Ao criar um grupo de recursos para uso on-line ou offline, você pode fornecer uma chave 
AWS Key Management Service gerenciada pelo cliente para criptografar todos os seus dados em 
repouso. Caso você não forneça uma chave do AWS KMS, garantimos que seus dados sejam 
criptografados no lado do servidor usando uma chave do AWS KMS de propriedade da AWS ou uma 
chave do AWS KMS gerenciada pela AWS. Ao criar um grupo de recursos, você pode selecionar o 
tipo de armazenamento e, opcionalmente, fornecer uma chave do AWS KMS para criptografar dados 
e, em seguida, chamar várias APIs para gerenciamento de dados, como PutRecord, GetRecord e
DeleteRecord.
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O Feature Store permite que você conceda ou negue acesso a indivíduos no nível do grupo de 
recursos e permite o acesso entre contas ao Feature Store. Por exemplo, você pode configurar 
contas de desenvolvedor para acessar o armazenamento off-line para treinamento e exploração de 
modelos que não tenham acesso de gravação às contas de produção. Você pode configurar contas 
de produção para acessar armazenamentos on-line e offline. O Feature Store usa chaves do AWS 
KMS de cliente exclusivas para criptografia de dados em repouso dos armazenamentos on-line e 
offline. O controle de acesso é ativado por meio da API e da chave de acesso do AWS KMS. Você 
também pode criar controle de acesso em nível de grupo de recursos.

Para obter mais informações sobre chaves gerenciadas pelo cliente, consulte Chaves gerenciadas 
pelo cliente. Para obter mais informações sobre o AWS KMS, consulte AWS KMS.

Usando AWS KMS permissões para a Amazon SageMaker Feature Store

A criptografia em repouso protege o Feature Store sob uma chave AWS KMS gerenciada pelo 
cliente. Por padrão, ele usa uma chave AWSprópria gerenciada pelo cliente OnlineStore e uma 
chave AWS gerenciada pelo cliente para OfflineStore. O Feature Store é compatível com a opção de 
criptografar seu armazenamento on-line ou offline com a chave gerenciada pelo cliente. Você pode 
selecionar a chave gerenciada pelo cliente para o Feature Store ao criar seu armazenamento on-line 
ou offline, e elas podem ser diferentes para cada armazenamento.

O Feature Store é compatível somente com as chaves simétricas gerenciadas pelo cliente. Não 
é possível usar uma chave assimétrica gerenciada pelo cliente para criptografar os dados no 
armazenamento on-line ou offline. Para obter ajuda para determinar se uma chave gerenciada pelo 
cliente é simétrica ou assimétrica, consulte Identificar chaves simétricas e assimétricas gerenciadas 
pelo cliente.

Ao usar uma chave gerenciada pelo cliente, você pode aproveitar os seguintes recursos:

• Você cria e gerencia a chave gerenciada pelo cliente, incluindo a configuração de políticas de 
chaves, políticas do IAM e concessões para controlar o acesso à chave gerenciada pelo cliente. 
Você pode habilitar e desabilitar a chave gerenciada pelo cliente, habilitar e desabilitar a rotação 
automática de chaves e excluir a chave gerenciada pelo cliente quando ela não estiver mais em 
uso.

• Você pode usar uma chave gerenciada pelo cliente com material de chave importado ou uma 
chave gerenciada pelo cliente em um armazenamento de chaves personalizado que você possui e 
gerencia.

• Você pode auditar a criptografia e a descriptografia de sua loja on-line ou off-line examinando as 
chamadas de API para os registros. AWS KMSAWS CloudTrail
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Você não paga uma taxa mensal por chaves gerenciadas pelo cliente de propriedade da AWS. As 
chaves gerenciadas pelo cliente geram uma cobrança para cada chamada de API, e as cotas do 
AWS Key Management Service se aplicam a essas chaves gerenciadas pelo cliente.

Como autorizar o uso de uma chave gerenciada pelo cliente para seu 
armazenamento on-line

Se você usar uma chave gerenciada pelo cliente para proteger seu armazenamento on-line , as 
políticas dessa chave deve conceder ao Feature Store permissão para usá-la em seu nome. Você 
tem controle total sobre as políticas e concessões em uma chave gerenciada pelo cliente.

O Feature Store não precisa de autorização adicional para usar a chave do KMS de propriedade da 
AWS padrão para proteger seus armazenamentos on-line ou offline em sua conta AWS.

Política de chaves gerenciada pelo cliente

Ao escolher uma chave gerenciada pelo cliente para proteger seu armazenamento on-line, o Feature 
Store obtém permissão para usá-la em nome da entidade principal que faz a escolha. Essa entidade 
principal, um usuário ou um perfil, deve ter as permissões em uma chave gerenciada pelo cliente 
exigida pelo Feature Store. É possível fornecer essas permissões em uma política de chaves, 
em uma política do IAM ou em uma concessão. No mínimo, o Feature Store exige as seguintes 
permissões em uma chave gerenciada pelo cliente:

• “KMS:Encrypt”, “KMS:DECRYPT”, “kms: “, “kms: DescribeKey “, “kms: CreateGrant “, “kms: 
RetireGrant “, “kms: “, “kms: ReEncryptFrom “, “kms: ReEncryptTo “, “kms:GenerateDataKey” 
ListAliases ListGrants RevokeGrant

Por exemplo, a política de chaves de exemplo a seguir fornece somente as permissões necessárias. 
A política tem os seguintes efeitos:

• Permite que o Feature Store use a chave gerenciada pelo cliente em operações criptográficas 
e cria concessões, mas somente quando está atuando em nome de entidades principais na 
conta que tem permissão para usar o Feature Store. Se as entidades principais especificadas 
na declaração de política não tiverem permissão para usar o Feature Store, a chamada falhará, 
mesmo se vier do serviço do Feature Store.

• A chave de ViaService condição kms: permite as permissões somente quando a solicitação 
vem FeatureStore em nome dos principais listados na declaração de política. Essas entidades 
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principais não podem chamar essas operações diretamente. O valor da kms:ViaService deve 
ser sagemaker.*.amazonaws.com.

Note

A chave de condição kms:ViaService só pode ser usada para a chave AWS KMS 
gerenciada pelo cliente do armazenamento on-line e não pode ser usada para o 
armazenamento offline. Se você adicionar essa condição especial à sua chave gerenciada 
pelo cliente e usar a mesma chave do AWS KMS para os armazenamentos on-line e 
offline, a operação da API CreateFeatureGroup falhará.

• Concede aos administradores da chave gerenciada pelo cliente acesso somente leitura à chave 
gerenciada pelo cliente e permissão para revogar concessões, incluindo as concessões que o 
Feature Store usa para proteger seus dados.

Antes de usar um exemplo de política de chaves, substitua o exemplo de principais por principais 
reais da conta da AWS.

{"Id": "key-policy-feature-store", 
   "Version":"2012-10-17", 
   "Statement": [ 
     {"Sid" : "Allow access through Amazon SageMaker Feature Store for all principals 
 in the account that are authorized to use  Amazon SageMaker Feature Store", 
       "Effect": "Allow", 
       "Principal": {"AWS": "arn:aws:iam::111122223333:user/featurestore-user"}, 
       "Action": [ 
         "kms:Encrypt", 
         "kms:Decrypt", 
         "kms:DescribeKey", 
         "kms:CreateGrant", 
         "kms:RetireGrant", 
         "kms:ReEncryptFrom", 
         "kms:ReEncryptTo", 
         "kms:GenerateDataKey", 
         "kms:ListAliases", 
         "kms:ListGrants" 
       ], 
       "Resource": "*",       
       "Condition": {"StringLike": {"kms:ViaService" : "sagemaker.*.amazonaws.com" 
          } 
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       } 
     }, 
     {"Sid":  "Allow administrators to view the customer managed key and revoke 
 grants", 
       "Effect": "Allow", 
       "Principal": {"AWS": "arn:aws:iam::111122223333:role/featurestore-admin" 
        }, 
       "Action": [ 
         "kms:Describe*", 
         "kms:Get*", 
         "kms:List*", 
         "kms:RevokeGrant" 
       ], 
       "Resource": "*" 
     }, 
     {"Sid": "Enable IAM User Permissions", 
       "Effect": "Allow", 
        "Principal": {"AWS": "arn:aws:iam::123456789:root" 
        }, 
        "Action": "kms:*", 
        "Resource": "*" 
     } 
   ] 
 }
 

Usar concessões para autorizar o Feature Store

Além de políticas de chaves, o Feature Store usa concessões para definir permissões em uma chave 
gerenciada pelo cliente. Para visualizar as concessões em uma chave gerenciada pelo cliente na 
sua conta, use a operação ListGrants. O Feature Store não precisa de concessões ou permissões 
adicionais para usar a chave gerenciada pelo cliente de propriedade da AWS para proteger seu 
armazenamento on-line.

O Feature Store usa as permissões de concessão ao executar manutenção do sistema e tarefas de 
proteção de dados contínua em segundo plano.

Cada concessão é específica a um armazenamento on-line. Se a conta incluir vários 
armazenamentos criptografados sob a mesma chave gerenciada pelo cliente, haverá concessões 
exclusivas por FeatureGroup usando a mesma chave gerenciada pelo cliente.
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A política de chaves também pode permitir que a conta revogue a concessão da chave gerenciada 
pelo cliente. No entanto, se você revogar a concessão em um armazenamento on-line criptografado 
ativo, o Feature Store não poderá proteger e manter o armazenamento.

Monitorar a interação do Feature Store com o AWS KMS

Se você usar uma chave gerenciada pelo cliente para proteger seus armazenamentos on-line e 
offline, poderá usar logs do AWS CloudTrail para rastrear as solicitações que o Feature Store envia 
ao AWS KMS em seu nome.

Acessar dados em seu armazenamento on-line

O chamador (usuário ou função) de TODAS as DataPlane operações (Put, Get, DeleteRecord) deve 
ter as permissões abaixo na chave gerenciada pelo cliente:

"kms:Decrypt"

Autorizar o uso de uma chave gerenciada pelo cliente para seu 
armazenamento offline

O roLearn que é passado como parâmetro createFeatureGroup deve ter as permissões abaixo 
para: OfflineStore KmsKeyId

"kms:GenerateDataKey"

Note

A política de chaves do armazenamento on-line também funciona para o armazenamento 
offline, somente quando a condição kms:ViaService não é especificada.

Important

Você pode especificar uma chave de criptografia AWS KMS para criptografar a localização 
do Amazon S3 usada para seu arquivo de atributos offline ao criar um grupo de recursos. Se 
a chave de criptografia AWS KMS não for especificada, por padrão, criptografamos todos os 
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dados em repouso usando a chave AWS KMS. Ao definir sua chave em nível de bucket para 
SSE, você pode reduzir os custos de solicitações do AWS KMS em até 99%.

Cotas, regras de nomenclatura e tipos de dados

Terminologias de cotas

• Unidade de solicitação de leitura (RRU): medida de throughput de leitura, em que o número de 
RRUs por solicitação de leitura é igual ao limite máximo do tamanho do registro de leitura dividido 
em partes de 4 KB. O RRU mínimo por solicitação é 0.

• Unidade de solicitação de gravação (WRU): medida de throughput de gravação, em que o 
número de WRUs por solicitação de gravação é igual ao limite máximo do tamanho do registro de 
gravação dividido em partes de 1 KB. O WRU mínimo por solicitação é 1 (incluindo operações de 
exclusão).

Limites e cotas

Note

Os limites flexíveis podem ser aumentados de acordo com suas necessidades.

• Número máximo de grupos de recursos por conta AWS: limite flexível de 100.

• Número máximo de definições de recursos por grupo de recursos: 2500.

• Número máximo de RRU por identificador de registro: 2400 RRU por segundo.

• Número máximo de WRU por identificador de registro: 500 WRU por segundo.

• Unidades de capacidade máxima de leitura (RCU) que podem ser provisionadas em um único 
grupo de recursos: 40000 RCU.

• Unidades de capacidade máxima de gravação (WCU) que podem ser provisionadas em um único 
grupo de recursos: 40000 WCU.

• Unidades de capacidade máxima de leitura que podem ser provisionadas em todos os grupos de 
recursos em uma região: 80000 RCU.

• Unidades de capacidade máxima de gravação que podem ser provisionadas em todos os grupos 
de recursos em uma região: 80000 WCU.
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• Máximo de transações por segundo (TPS) por API por Conta da AWS: limite flexível de 10.000 
TPS por API, excluindo a chamada de API BatchGetRecord, que tem um limite flexível de 500 
TPS.

• Tamanho máximo de um registro: 350 KB.

• Tamanho máximo de um identificador de registros: 2 KB.

• Tamanho máximo do valor de um recurso: 350 KB.

• Número máximo de fluxos de trabalho simultâneos de criação de grupos de recursos: 4.

• BatchGetRecord API: pode conter até 100 registros e consultar até 100 grupos de recursos.

Para obter mais informações sobre service quotas e como solicitar um aumento de cota, consulte
Service quotas da AWS.

Regras de nomenclatura

• Palavras reservadas: as palavras a seguir são reservadas e não podem ser usadas como nomes 
de recursos nas definições de recursos: is_deleted, write_time e api_invocation_time.

Tipos de dados

• Tipo de recurso de string: as strings são Unicode com codificação binária UTF-8. O tamanho 
mínimo de uma string pode ser zero e o tamanho máximo é restrito pelo tamanho máximo de um 
registro.

• Tipo de recurso fracionário: os valores do recurso fracionário devem estar em conformidade com 
um número de ponto flutuante de precisão dupla, conforme definido pelo padrão IEEE 754.

• Tipo de recurso integral: o Feature Store é compatível com valores integrais no intervalo de um 
número inteiro assinado de 64 bits. Valor mínimo de -263 e um valor máximo: 263 - 1.

• Recursos de horário do evento: todos os grupos de recursos têm um recurso de horário do 
evento com precisão de nanossegundos. Qualquer horário de evento com precisão inferior a 
nanossegundos resultará em incompatibilidade com versões anteriores. O recurso pode ter um tipo 
de recurso de String ou fracionário.

• Um horário de evento de string é aceito no formato ISO-8601, no horário UTC, de acordo com os 
padrões: [yyyy-MM-dd'T'HH:mm:ssZ, yyyy-MM-dd'T'HH:mm:ss.SSSSSSSSSZ].

• Um valor de horário de evento fracionário é aceito como segundos a partir da época do 
unix. Os horários de evento devem estar na faixa de [0000-01-01T00:00:00.000000000Z, 
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9999-12-31T23:59:59.999999999Z]. Para grupos de recursos no formato de tabela Iceberg, só 
é possível usar o tipo String para o horário do evento.

Formato de dados da loja offline da Amazon SageMaker Feature 
Store

A Amazon SageMaker Feature Store oferece suporte aos formatos de tabela Apache Iceberg AWS 
Glue e Apache para a loja offline. Você pode escolher o formato da tabela ao criar um novo grupo de 
recursos. O AWS Glue é o formato padrão.

Os dados da loja off-line da Amazon SageMaker Feature Store são armazenados em um bucket do 
Amazon S3 em sua conta. Quando você chama o PutRecord, seus dados são armazenados em 
buffer, agrupados em lotes e gravados no Amazon S3 em 15 minutos. O Feature Store é compatível 
somente com o formato de arquivo Parquet ao gravar seus dados em seu armazenamento offline. 
Especificamente, quando seus dados são gravados em seu armazenamento offline, os dados podem 
ser recuperados do seu bucket do Amazon S3 no formato Parquet. Cada arquivo pode conter vários
Records.

Para o formato Iceberg, o Feature Store salva os metadados da tabela no mesmo bucket do Amazon 
S3 que você está usando para armazenar os dados do armazenamento offline. Você pode encontrá-
lo sob o prefixo metadata.

A Feature Store também expõe o OfflineStoreConfigStorageConfig.S3. ResolvedOutputCampo 
S3Uri, que pode ser encontrado na chamada da DescribeFeatureGroupAPI. Esse é o caminho do S3 
sob o qual os arquivos do grupo de recursos específico são gravados.

Os campos adicionais a seguir são adicionados pelo Feature Store a cada registro quando eles 
persistem no armazenamento offline:

• api_invocation_time – O timestamp em que o serviço recebe a chamada PutRecord ou
DeleteRecord. Se estiver usando ingestão gerenciada (por exemplo, Data Wrangler), esse é o 
timestamp em que os dados foram gravados no armazenamento offline.

• write_time – O timestamp em que os dados foram gravados no armazenamento offline. Pode ser 
usado para criar consultas relacionadas a viagens no tempo.

• is_deleted – False por padrão. Se DeleteRecord for chamado, um novo Record será inserido 
em RecordIdentifierValue e configurado como True no armazenamento offline.
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Estruturas de URI da loja offline da Amazon SageMaker Feature Store

Nos exemplos a seguir, DOC-EXAMPLE-BUCKET está o bucket do Amazon S3 em sua conta,
example-prefix é seu prefixo de exemplo, 111122223333 é seu ID de conta, Região da AWS é 
sua região e feature-group-name é o nome do seu grupo de recursos.

Formato da tabela do AWS Glue

Os registros no armazenamento offline armazenados usando o formato de tabela AWS Glue são 
particionados por horário do evento em partições de hora em hora. Não é possível configurar o 
esquema de particionamento. A estrutura de URI a seguir mostra a organização de um arquivo 
Parquet usando o formato AWS Glue:

s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Região da AWS/offline-
store/feature-group-name-feature-group-creation-time/data/year=year/month=month/
day=day/hour=hour/timestamp_of_latest_event_time_in_file_16-random-alphanumeric-
digits.parquet

O exemplo a seguir é o local de saída de um arquivo Parquet para um arquivo com feature-
group-name como customer-purchase-history-patterns:

s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Região da AWS/offline-
store/customer-purchase-history-patterns-1593511200/data/year=2020/month=06/day=31/
hour=00/20200631T064401Z_108934320012Az11.parquet

Formato de tabela do Iceberg

Os registros no armazenamento offline armazenados usando o formato de tabela do Iceberg são 
particionados por horário do evento em partições diárias. Não é possível configurar o esquema de 
particionamento. A estrutura de URI a seguir mostra a organização dos arquivos de dados salvos no 
formato de tabela do Iceberg:

s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Região da AWS/offline-
store/feature-group-name-feature-group-creation-time/data/8-random-alphanumeric-
digits/event-time-feature-name_trunc=event-time-year-event-time-month-event-time-day/
timestamp-of-latest-event-time-in-file_16-random-alphanumeric-digits.parquet

O exemplo a seguir é o local de saída de um arquivo Parquet para um arquivo com feature-
group-name como customer-purchase-history-patterns e o event-time-feature-
name é o EventTime:
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s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Região da AWS/
offline-store/customer-purchase-history-patterns-1593511200/data/0aec19ca/
EventTime_trunc=2022-11-09/20221109T215231Z_yolTtpyuWbkaeGIl.parquet

O exemplo a seguir é o local de um arquivo de metadados para arquivos de dados salvos no formato 
de tabela do Iceberg.

s3://DOC-EXAMPLE-BUCKET/example-prefix/111122223333/sagemaker/Região da AWS/offline-
store/feature-group-name-feature-group-creation-time/metadata/

Recursos da Amazon SageMaker Feature Store

A seguir, são listados os recursos disponíveis para usuários da Amazon SageMaker Feature Store. 
Para a página principal da Feature Store, consulte Amazon SageMaker Feature Store.

Exemplos de cadernos e workshops do Feature Store

Para começar a usar a Amazon SageMaker Feature Store, você pode escolher entre vários 
exemplos de cadernos Jupyter na tabela a seguir. Se esta é a primeira vez que você usa o 
Feature Store, experimente o caderno de Introdução ao Feature Store. Para executar qualquer 
um desses cadernos, você deve anexar esta política ao seu perfil de execução do IAM:
AmazonSageMakerFeatureStoreAccess.

Consulte Perfis do IAM para acessar seu perfil e anexar essa política. Para ver um passo a passo 
sobre como visualizar as políticas anexadas a um perfil e como adicionar uma política ao seu perfil, 
consulte Adicionar políticas ao seu perfil do IAM.

A tabela a seguir lista uma variedade de recursos para ajudá-lo a começar a usar o Feature Store. 
Esta tabela contém exemplos, instruções e exemplos de cadernos para orientá-lo sobre como usar 
o Feature Store pela primeira vez em casos de uso específicos. O código desses recursos usa o 
SageMaker SDK para Python (Boto3).

Página Descrição

Comece a usar a Amazon SageMaker Feature 
Store em Read the Docs.

Uma lista de exemplos de cadernos para 
apresentar o Feature Store e seus recursos 
para ajudar você a começar.
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Página Descrição

Guia da Amazon SageMaker Feature Store em 
Read the Docs.

Um guia do Feature Store sobre como 
configurar, criar um grupo de recursos, 
carregar dados em um grupo de recursos e 
como usar o Feature Store no geral.

end-to-end Workshop da Amazon SageMaker 
Feature Store no aws-samples  repositório 
Github

Um workshop end-to-end da Feature Store.

Funcionalidade Armazene cadernos de 
exemplo no repositório de cadernos de 
SageMaker exemplo.

Cadernos de exemplo de casos de uso 
específicos para o Feature Store.

SDK para Python e API do Feature Store

O kit de desenvolvimento de software do Python e a interface de programação de aplicações (API) 
são ferramentas usadas para criar aplicativos de software. O SDK para Python (Boto3) do Feature 
Store e a API do estão listados na tabela a seguir.

Página Descrição

APIs de armazenamento de recursos no 
SDK do Amazon SageMaker Python Leia a 
documentação

As APIs do Feature Store no Ler os documento 
s.

Armazene recursos do SDK para Python 
no repositório Github do Amazon Python 
SageMaker SDK

O repositório do Github do SDK Python do 
Feature Store.

Operações e tipos de dados de tempo de 
execução do Feature Store na documentação 
do SDK para Python (Boto3)

Cliente do tempo de execução do Feature 
Store que contém todas as operações de API 
do plano de dados e tipos de dados para o 
Feature Store.

Amazon SageMaker Feature Store Runtime na 
Amazon SageMaker API Reference

Algumas ações em nível de grupo de recursos 
compatíveis com o Feature Store. Se a 
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Página Descrição

operação de API ou o tipo de dados que você 
está procurando não estiver listado aqui, use a 
pesquisa no guia.

Amazon SageMaker Feature Store Runtime na 
Amazon SageMaker API Reference

Ações em nível de registro compatíveis com o 
Feature Store. Se a operação de API ou o tipo 
de dados que você está procurando não estiver 
listado aqui, use a pesquisa no guia.
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Treinar modelos de machine learning

O estágio de treinamento do ciclo de vida completo de machine learning (ML) abrange desde o 
acesso ao conjunto de dados de treinamento até a geração de um modelo final e a seleção do 
modelo com melhor desempenho para implantação. As seções a seguir fornecem uma visão 
geral dos recursos e recursos de SageMaker treinamento disponíveis, com informações técnicas 
detalhadas sobre cada um.

O fluxo de trabalho de treinamento mais simples em SageMaker

Se você estiver usando SageMaker pela primeira vez e quiser encontrar uma solução rápida de ML 
para treinar um modelo em seu conjunto de dados, considere usar uma solução sem código ou com 
pouco código, como o  SageMaker Canvas, SageMaker JumpStartno SageMaker Studio Classic ou 
no Autopilot. SageMaker

Para experiências de codificação intermediárias, considere usar um notebook SageMaker Studio 
Classic ou instâncias de SageMaker notebook. Para começar, siga as instruções no guia the section 
called “Etapa 4: Treinar um modelo” de SageMaker introdução. Recomendamos isso para casos 
de uso nos quais você cria seu próprio modelo e script de treinamento usando um framework de 
machine learning.

O diagrama de arquitetura a seguir mostra como SageMaker gerencia trabalhos de treinamento 
de ML e provisiona instâncias do Amazon EC2 em nome dos SageMaker usuários. Você, como 
SageMaker usuário, pode trazer seu próprio conjunto de dados de treinamento, salvando-o 
no Amazon S3. Você pode escolher um modelo de treinamento de ML a partir dos algoritmos 
SageMaker integrados disponíveis ou trazer seu próprio script de treinamento com um modelo criado 
com estruturas populares de aprendizado de máquina.
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Visão completa do fluxo de trabalho e dos recursos do SageMaker 
treinamento

A jornada completa do treinamento de machine learning envolve tarefas além da ingestão de 
dados para modelos de machine learning, incluindo o treinamento de modelos em instâncias de 
computação e a obtenção de artefatos e saídas do modelo. Você precisa avaliar cada fase antes, 
durante e após o treinamento para garantir que seu modelo seja treinado adequadamente para 
atingir a precisão desejada para seus objetivos.

O fluxograma a seguir mostra uma visão geral de alto nível de suas ações (em caixas azuis) e dos 
recursos de SageMaker treinamento disponíveis (em caixas azuis claras) durante toda a fase de 
treinamento do ciclo de vida do ML.
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As seções a seguir explicam cada fase do treinamento descrita no fluxograma anterior e os recursos 
úteis oferecidos SageMaker nos três subestágios do treinamento de ML.

Tópicos

• Antes do treinamento

• Durante o treinamento

• Após o treinamento

Visão completa do fluxo de trabalho e dos recursos do SageMaker treinamento 2678
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Antes do treinamento

Há vários cenários de configuração de recursos de dados e acesso que você precisa considerar 
antes do treinamento. Consulte o diagrama a seguir e os detalhes de cada estágio antes do 
treinamento para ter uma ideia das decisões que você precisa tomar.

• Prepare os dados: antes do treinamento, você deve ter concluído a limpeza dos dados e a 
engenharia de recursos durante o estágio de preparação dos dados. SageMaker tem várias 
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ferramentas de etiquetagem e engenharia de recursos para ajudá-lo. Consulte Rotular dados,
Preparar e analisar conjuntos de dados, Processar dados e Criar, armazenar e compartilhar 
recursos para obter mais informações.

• Escolha um algoritmo ou framework: dependendo da quantidade de personalização necessária, há 
diferentes opções de algoritmos e frameworks.

• Se você preferir uma implementação low-code de um algoritmo pré-construído, use um dos 
algoritmos integrados oferecidos pelo. SageMaker Para obter mais informações, consulte
Escolher um algoritmo.

• Se você precisar de mais flexibilidade para personalizar seu modelo, execute seu script de 
treinamento usando suas estruturas e kits de ferramentas preferidos. SageMaker Para obter 
mais informações, consulte Frameworks e kits de ferramentas de ML.

• Para estender imagens pré-criadas do SageMaker Docker como imagem base do seu próprio 
contêiner, consulte Usar imagens pré-criadas SageMaker  do Docker.

• Para trazer seu contêiner Docker personalizado para SageMaker, consulte Adaptação de seu 
próprio contêiner Docker para trabalhar com. SageMaker Você precisa instalar o sagemaker-
training-toolkitem seu contêiner.

• Gerencie o armazenamento de dados: entenda o mapeamento entre o armazenamento de dados 
(como Amazon S3, Amazon EFS ou Amazon FSx) e o contêiner de treinamento executado 
na instância de computação do Amazon EC2. SageMaker ajuda a mapear os caminhos de 
armazenamento e os caminhos locais no contêiner de treinamento. Você também pode especificá-
los manualmente. Depois que o mapeamento estiver concluído, considere usar um dos modos 
de transmissão de dados: Arquivo, Pipe e FastFile modo. Para saber como SageMaker mapear 
caminhos de armazenamento, consulte Treinamento de pastas de armazenamento.

• Configure o acesso aos dados de treinamento: use o Amazon SageMaker Domain, um perfil 
de usuário do domínio, o IAM, o Amazon VPC e AWS KMS para atender aos requisitos das 
organizações mais sensíveis à segurança.

• Para administração da conta, consulte Amazon SageMaker Domain.

• Para obter uma referência completa sobre políticas e segurança do IAM, consulte Segurança na 
Amazon SageMaker.

• Transmita seus dados de entrada: SageMaker fornece três modos de entrada de dados, Arquivo,
Tubo FastFilee. O modo de entrada padrão é o modo File, que carrega o conjunto de dados 
inteiro durante a inicialização do trabalho de treinamento. Para saber mais sobre as práticas 
recomendadas gerais para transmitir dados do seu armazenamento de dados para o contêiner de 
treinamento, consulte Acessar os dados do treinamento.
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No caso do modo Pipe, você também pode considerar o uso de um arquivo manifesto aumentado 
para transmitir seus dados diretamente do Amazon Simple Storage Service (Amazon S3) e treinar 
seu modelo. O uso do modo pipe reduz o espaço em disco porque o Amazon Elastic Block Store 
só precisa armazenar os artefatos do modelo final, em vez de armazenar todo o conjunto de dados 
de treinamento. Para obter mais informações, consulte Fornecer metadados do conjunto de dados 
para trabalhos de treinamento com um arquivo de manifesto aprimorado.

• Analise seus dados em busca de viés: antes do treinamento, você pode analisar seu conjunto 
de dados e modelo em busca de viés em relação a um grupo desfavorecido para verificar se seu 
modelo aprende um conjunto de dados imparcial usando o Clarify. SageMaker

• Escolha qual SageMaker SDK usar: há duas maneiras de iniciar um trabalho de treinamento 
SageMaker: usando o SDK SageMaker Python de alto nível ou usando as SageMaker APIs de 
baixo nível para o SDK for Python (Boto3) ou o. AWS CLI O SDK do SageMaker Python abstrai 
a SageMaker API de baixo nível para fornecer ferramentas convenientes. Conforme mencionado 
acimathe section called “O fluxo de trabalho de treinamento mais simples em SageMaker”, você 
também pode buscar opções sem código ou com código mínimo usando o SageMaker Canvas,
SageMaker JumpStart no SageMaker Studio Classic ou no Autopilot. SageMaker

Durante o treinamento

Durante o treinamento, você precisa melhorar continuamente a estabilidade, a velocidade e a 
eficiência do treinamento e, ao mesmo tempo, escalar os recursos de computação, a otimização de 
custos e, o mais importante, a performance do modelo. Continue lendo para obter mais informações 
sobre os estágios de treinamento e os recursos de SageMaker treinamento relevantes.
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• Configure a infraestrutura: escolha o tipo de instância e as ferramentas de gerenciamento de 
infraestrutura corretos para seu caso de uso. Você pode começar com uma pequena instância 
e aumentar a escala de acordo com sua workload. Para treinar um modelo em um conjunto de 
dados tabular, comece com a menor instância de CPU das famílias de instâncias C4 ou C5. Para 
treinar um modelo grande para visão computacional ou processamento de linguagem natural, 
comece com a menor instância de GPU das famílias de instâncias P2, P3, G4dn ou G5. Você 
também pode misturar diferentes tipos de instância em um cluster ou manter as instâncias em 
pools aquecidos usando as seguintes ferramentas de gerenciamento de instâncias oferecidas 
pela SageMaker. Você também pode usar o cache persistente para reduzir a latência e o tempo 
faturável em tarefas de treinamento iterativo, em vez da redução da latência apenas de grupos de 
aquecimento. Para saber mais, consulte os tópicos a seguir.

• Treine usando um Heterogeneous Cluster

• Treine usando grupos de aquecimento gerenciados pelo SageMaker

• Usando cache persistente

Você deve ter cota suficiente para executar um trabalho de treinamento. Se você executar seu 
trabalho de treinamento em uma instância em que não tem cota suficiente, receberá um erro
ResourceLimitExceeded. Para verificar as cotas atualmente disponíveis em sua conta, use 
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o console do Service Quotas. Para saber como solicitar um aumento de cota, consulte Regiões 
e Cotas suportadas. Além disso, para encontrar informações sobre preços e tipos de instância 
disponíveis, dependendo doRegiões da AWS, consulte as tabelas na página de  SageMaker 
preços da Amazon.

• Execute um trabalho de treinamento a partir de um código local: você pode anotar seu código 
local com um decorador remoto para executá-lo como um trabalho de SageMaker treinamento de 
dentro do Amazon SageMaker Studio Classic, de um SageMaker notebook da Amazon ou de seu 
ambiente de desenvolvimento integrado local. Para ter mais informações, consulte Execute seu 
código local como um trabalho SageMaker de treinamento.

• Monitore trabalhos de treinamento: monitore e acompanhe seus trabalhos de treinamento usando 
SageMaker Experiments, SageMaker Debugger ou Amazon. CloudWatch Você pode observar o 
desempenho do modelo em termos de precisão e convergência e executar análises comparativas 
de métricas entre vários trabalhos de treinamento usando SageMaker Experiments. Você pode 
observar a taxa de utilização dos recursos computacionais usando as ferramentas de criação de 
perfil do SageMaker Debugger ou a Amazon. CloudWatch Para saber mais, consulte os tópicos a 
seguir.

• Gerencie o Machine Learning com a Amazon SageMaker Experiments

• Trabalhos de treinamento de perfil usando o Amazon SageMaker Debugger

• Monitore e analise usando CloudWatch métricas

Além disso, para tarefas de aprendizado profundo, use as ferramentas de depuração de modelos 
do Amazon SageMaker Debugger e as regras incorporadas para identificar problemas mais 
complexos nos processos de convergência de modelos e atualização de peso.

• Treinamento distribuído: se seu trabalho de treinamento estiver em um estágio estável sem 
interrupções devido à configuração incorreta da infraestrutura de treinamento ou a out-of-memory 
problemas, talvez você queira encontrar mais opções para escalar seu trabalho e executá-lo por 
um longo período de dias e até meses. Quando você estiver pronto para expandir, considere o 
treinamento distribuído. SageMaker fornece várias opções para computação distribuída, desde 
cargas de trabalho leves de ML até cargas de trabalho pesadas de aprendizado profundo.

Para tarefas de aprendizado profundo que envolvam o treinamento de modelos muito grandes 
em conjuntos de dados muito grandes, considere usar uma das estratégias de treinamento 
SageMaker distribuídas para ampliar e alcançar o paralelismo de dados, o paralelismo de modelos 
ou uma combinação dos dois. Você também pode usar o SageMaker Training Compiler para 
compilar e otimizar gráficos de modelos em instâncias de GPU. Esses SageMaker recursos 

Durante o treinamento 2683

https://console.aws.amazon.com/servicequotas/home/services/sagemaker/quotas
https://docs.aws.amazon.com/sagemaker/latest/dg/regions-quotas.html
https://docs.aws.amazon.com/sagemaker/latest/dg/regions-quotas.html
https://aws.amazon.com/sagemaker/pricing/
https://aws.amazon.com/sagemaker/pricing/
https://docs.aws.amazon.com/sagemaker/latest/dg/experiments.html
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-profile-training-jobs.html
https://docs.aws.amazon.com/sagemaker/latest/dg/training-metrics.html
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-debug-training-jobs.html
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-debug-training-jobs.html
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-built-in-rules.html
https://docs.aws.amazon.com/sagemaker/latest/dg/distributed-training.html
https://docs.aws.amazon.com/sagemaker/latest/dg/distributed-training.html
https://docs.aws.amazon.com/sagemaker/latest/dg/training-compiler.html
https://docs.aws.amazon.com/sagemaker/latest/dg/training-compiler.html


Amazon SageMaker Guia do Desenvolvedor

oferecem suporte a estruturas de aprendizado profundo PyTorch, como TensorFlow, e Hugging 
Face Transformers.

• Ajuste de hiperparâmetros do modelo: ajuste os hiperparâmetros do seu modelo usando o
ajuste automático do modelo com. SageMaker SageMaker fornece métodos de ajuste de 
hiperparâmetros, como pesquisa em grade e pesquisa bayesiana, iniciando trabalhos de ajuste de 
hiperparâmetros paralelos com funcionalidade de interrupção antecipada para trabalhos de ajuste 
de hiperparâmetros que não melhoram.

• Verificação e economia de custos com instâncias spot: se o tempo de treinamento não for uma 
grande preocupação, considere otimizar os custos de treinamento de Modelos com instâncias spot 
gerenciadas. Observe que você deve ativar o ponto de verificação para o treinamento Spot para 
continuar restaurando após pausas intermitentes no trabalho devido à substituição de instâncias 
do Spot. Você também pode usar a funcionalidade de ponto de verificação para fazer backup 
de seus modelos em caso de término inesperado do trabalho de treinamento. Para saber mais, 
consulte os tópicos a seguir.

• Treinamento de spot gerenciado

• Usar pontos de verificação

Após o treinamento

Após o treinamento, você obtém um artefato do modelo final para usar na implantação e inferência 
do modelo. Há ações adicionais envolvidas na fase de pós-treinamento, conforme mostrado no 
diagrama a seguir.
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• Obter modelo de linha de base: depois de ter o artefato do modelo, você pode defini-lo como 
um modelo de linha de base. Considere as seguintes ações de pós-treinamento e o uso de 
SageMaker recursos antes de passar para a implantação do modelo na produção.

• Examine o desempenho do modelo e verifique o viés: use o Amazon CloudWatch Metrics e o
SageMaker Clarify para detectar qualquer viés pós-treinamento para detectar qualquer viés nos 
dados recebidos e modelar ao longo do tempo em relação à linha de base. Você precisa avaliar 
seus novos dados e modelar as previsões em relação aos novos dados regularmente ou em 
tempo real. Usando esses recursos, você pode receber alertas sobre quaisquer alterações ou 
anomalias agudas, bem como alterações ou oscilações graduais nos dados e no modelo.

• Você também pode usar a funcionalidade de treinamento incremental do SageMaker para carregar 
e atualizar seu modelo (ou ajustá-lo) com um conjunto de dados expandido.
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• Você pode registrar o treinamento de modelos como uma etapa do seu SageMakerpipeline ou 
como parte de outros recursos de fluxo de trabalho oferecidos pelo SageMaker para orquestrar 
todo o ciclo de vida do ML.

Treine um modelo com a Amazon SageMaker

O diagrama a seguir mostra como você treina e implanta um modelo com a Amazon SageMaker. 
Seu código de treinamento acessa seus dados de treinamento e gera artefatos do modelo de um 
bucket do S3. Em seguida, você pode fazer solicitações a um endpoint do modelo para executar 
a inferência. É possível armazenar as imagens de contêiner de treinamento e inferência em um 
Amazon Elastic Container Registry (ECR).
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O guia a seguir destaca dois componentes de SageMaker: treinamento de modelos e implantação de 
modelos.

Para treinar um modelo SageMaker, você cria um trabalho de treinamento. O trabalho de 
treinamento inclui as seguintes informações:

• O URL do bucket do Amazon Simple Storage Service (Amazon S3) no qual os dados foram 
armazenados.

• Os recursos computacionais que você deseja usar SageMaker para treinamento de modelos. 
Os recursos de computação são instâncias de computação de aprendizado de máquina (ML) 
gerenciadas por. SageMaker

• O URL do bucket do S3 no qual o resultado do trabalho deve ser armazenado.

• O caminho do Amazon Elastic Container Registry em que o código de treinamento foi armazenado. 
Para obter mais informações, consulte Caminhos de registro do Docker e código de exemplo.

Note

O conjunto de dados de entrada deve estar no mesmo Região da AWS que o trabalho de 
treinamento.

Você tem as seguintes opções para um algoritmo de treinamento:

• Use um algoritmo fornecido por SageMaker — SageMaker fornece dezenas de algoritmos de 
treinamento integrados e centenas de modelos pré-treinados. Se um deles atender às suas 
necessidades, é uma ótima out-of-the-box solução para treinamento rápido de modelos. Para 
obter uma lista dos algoritmos fornecidos por SageMaker, consulteUse algoritmos SageMaker 
integrados da Amazon ou modelos pré-treinados. Para experimentar um exercício que usa 
um algoritmo fornecido pelo SageMaker, consulte Conceitos básicos. Você também pode usar
SageMaker JumpStart para usar algoritmos e modelos por meio da interface do usuário do Studio 
Classic.

• Use o SageMaker Debugger — para inspecionar parâmetros e dados de treinamento durante todo 
o processo de treinamento ao trabalhar com as estruturas de aprendizado TensorFlow,, PyTorch 
e Apache MXNet ou com o algoritmo XGBoost. O Debugger detecta e alerta automaticamente os 
usuários com relação a erros comuns, como valores de parâmetro que ficam muito grandes ou 
pequenos. Para obter mais informações sobre como usar o Debugger, consulte Use o Amazon 
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SageMaker Debugger para depurar e melhorar o desempenho do modelo. Os notebooks de 
amostra do Debugger estão disponíveis no Amazon Debugger Samples. SageMaker

• Use o Apache Spark com SageMaker — SageMaker fornece uma biblioteca que você pode usar 
no Apache Spark para treinar modelos. SageMaker Usar a biblioteca fornecida pelo SageMaker 
é semelhante ao uso do Apache Spark MLlib. Para ter mais informações, consulte Use o Apache 
Spark com a Amazon SageMaker.

• Envie código personalizado para treinar com estruturas de aprendizado profundo — Você pode 
enviar código Python personalizado que usa TensorFlow,, PyTorch ou Apache MXNet para 
treinamento de modelos. Para obter mais informações, consulte Use TensorFlow com a Amazon 
SageMaker, Use PyTorch com a Amazon SageMaker e Use o Apache MXNet com a Amazon 
SageMaker.

• Use seus próprios algoritmos personalizados — reúna seu código como uma imagem do 
Docker e especifique o caminho de registro da imagem em uma chamada de SageMaker
CreateTrainingJob API. Para ter mais informações, consulte Use contêineres do Docker para 
criar modelos.

• Use um algoritmo que você assina a partir de AWS Marketplace; para obter informações, consulte
Encontrar e assinar algoritmos e pacotes de modelos no AWS Marketplace.

Depois de criar o trabalho de treinamento, SageMaker inicia as instâncias de computação de ML 
e usa o código de treinamento e o conjunto de dados de treinamento para treinar o modelo. Ele 
salva os artefatos de modelo resultantes e outros resultados no bucket do S3 especificado para essa 
finalidade.

Você pode criar um trabalho de treinamento com o SageMaker console ou a API. Para 
obter informações sobre a criação de um trabalho de treinamento com a API, consulte a API
CreateTrainingJob.

Quando você cria um trabalho de treinamento com a API, SageMaker replica todo o conjunto 
de dados em instâncias de computação de ML por padrão. Para SageMaker replicar um 
subconjunto dos dados em cada instância de computação de ML, você deve definir o
S3DataDistributionType campo como. ShardedByS3Key Você pode definir esse campo 
usando o SDK de baixo nível. Para obter mais informações, consulte S3DataDistributionType
em S3DataSource.
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Important

Para evitar que seu contêiner de algoritmo concorra à memória, reservamos memória para 
nossos processos SageMaker críticos do sistema em suas instâncias de computação de ML 
e, portanto, você não pode esperar ver toda a memória do seu tipo de instância.

Escolher um algoritmo

O machine learning pode ajudá-lo a realizar tarefas empíricas que exigem algum tipo de inferência 
indutiva. Essa tarefa envolve indução, pois usa dados para treinar algoritmos para fazer inferências 
generalizáveis. Isso significa que os algoritmos podem fazer previsões ou decisões estatisticamente 
confiáveis, ou completar outras tarefas quando aplicados a novos dados que não foram usados para 
treiná-los.

Para ajudá-lo a selecionar o melhor algoritmo para sua tarefa, classificamos essas tarefas em vários 
níveis de abstração. No nível mais alto de abstração, o machine learning tenta encontrar padrões ou 
relacionamentos entre recursos ou itens menos estruturados, como texto em um conjunto de dados. 
As técnicas de reconhecimento de padrões podem ser classificadas em paradigmas distintos de 
machine learning, cada um dos quais aborda tipos de problemas específicos. Atualmente, existem 
três paradigmas básicos de machine learning usados para resolver vários tipos de problemas:

• Aprendizado supervisionado

• Aprendizado não supervisionado

• Aprendizado por reforço

Os tipos de problemas que cada paradigma de aprendizado pode resolver são identificados 
considerando as inferências (ou previsões, decisões ou outras tarefas) que você deseja fazer a 
partir do tipo de dados que você tem ou poderia coletar. Os paradigmas de machine learning usam 
métodos algorítmicos para resolver seus vários tipos de problemas. Os algoritmos fornecem receitas 
para resolver esses problemas.

No entanto, muitos algoritmos, como redes neurais, podem ser implantados com diferentes 
paradigmas de aprendizado e em diferentes tipos de problemas. Vários algoritmos também podem 
tratar de um tipo de problema específico. Alguns algoritmos são de aplicação mais geral e outros 
são bastante específicos para certos tipos de objetivos e dados. Portanto, o mapeamento entre 
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algoritmos de machine learning e tipos de problemas é de muitos para muitos. Além disso, há várias 
opções de implementação disponíveis para algoritmos.

As seções a seguir fornecem orientação sobre opções de implementação, paradigmas de machine 
learning e algoritmos apropriados para diferentes tipos de problemas.

Tópicos

• Escolha uma implantação de algoritmo

• Tipos de problemas para os paradigmas básicos de machine learning

• Use algoritmos SageMaker integrados da Amazon ou modelos pré-treinados

• Use o aprendizado por reforço com o Amazon SageMaker

Escolha uma implantação de algoritmo

Depois de escolher um algoritmo, você deve decidir qual implantação deseja usar. O Amazon 
SageMaker oferece suporte a três opções de implementação que exigem níveis crescentes de 
esforço.

• Modelos pré-treinados exigem o mínimo de esforço e são modelos prontos para serem 
implantados ou ajustados e implantados usando o SageMaker JumpStart.

• Os algoritmos integrados exigem mais esforço e escala se o conjunto de dados for grande e forem 
necessários recursos significativos para treinar e implantar o modelo.

• Se não houver uma solução integrada que funcione, tente desenvolver uma que use imagens pré-
fabricadas para estruturas de aprendizado de máquina e de aprendizado profundo para estruturas
compatíveis, como Scikit-Learn, TensorFlow, PyTorch, MXNet ou Chainer.

• Se você precisar executar pacotes personalizados ou usar qualquer código que não faça parte 
de uma estrutura compatível ou esteja disponível via PyPI, precisará criar sua própria imagem 
personalizada do Docker configurada para instalar os pacotes ou softwares necessários. A 
imagem personalizada também deve ser enviada para um repositório online como o Amazon 
Elastic Container Registry.

Tópicos

• Use um algoritmo integrado.

• Use o modo de script em uma framework compatível

• Usar uma imagem do Docker personalizada
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Orientação de implantação de algoritmos

Implement 
ação

Requer 
código

Algoritmo 
s pré-codif 
icados

Support para 
pacotes de 
terceiros

Support 
para código 
personali 
zado

Nível de 
esforço

Integrado Não Sim Não Não Baixo

Scikit-learn Sim Sim Somente 
PyPi

Sim Médio

SparkML Sim Sim Somente 
PyPi

Sim Médio

XGBoost 
(código 
aberto)

Sim Sim Somente 
PyPi

Sim Médio

TensorFlow Sim Não Somente 
PyPi

Sim Médio-alto

PyTorch Sim Não Somente 
PyPi

Sim Médio-alto

MXNet Sim Não Somente 
PyPi

Sim Médio-alto

Chainer Sim Não Somente 
PyPi

Sim Médio-alto

Imagem 
personali 
zada

Sim Não Sim, de 
qualquer 
fonte

Sim Alto
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Use um algoritmo integrado.

Ao escolher um algoritmo para seu tipo de problema e dados, a opção mais fácil é usar um dos 
algoritmos integrados do Amazon SageMaker. Esses algoritmos integrados trazem dois grandes 
benefícios.

• Os algoritmos integrados não precisam de codificação para começar a executar experimentos. 
As únicas entradas que você precisa fornecer são os dados, os hiperparâmetros e os recursos 
computacionais. Isso permite que você execute experimentos mais rapidamente, com menos 
sobrecarga para rastrear resultados e alterações no código.

• Os algoritmos integrados vêm com paralelização em várias instâncias de computação e suporte 
de GPU pronto para uso para todos os algoritmos aplicáveis (alguns algoritmos podem não 
estar incluídos devido a limitações inerentes). Se você tiver muitos dados com os quais treinar 
seu modelo, a maioria dos algoritmos integrados pode ser facilmente escalada para atender à 
demanda. Mesmo que você já tenha um modelo pré-treinado, ainda pode ser mais fácil usar seu 
corolário no SageMaker e inserir os hiperparâmetros que você já conhece do que transferi-lo 
usando o modo script em uma framework compatível.

Para obter mais informações sobre os algoritmos integrados fornecidos pelo SageMaker, consulte
Use algoritmos SageMaker integrados da Amazon ou modelos pré-treinados.

Para obter informações importantes sobre caminhos de registro do docker, formatos de dados, tipos 
de instância EC2 recomendados e logs do CloudWatch comuns a todos os algoritmos integrados 
fornecidos pelo SageMaker, consulte Informações comuns sobre algoritmos integrados.

Use o modo de script em uma framework compatível

Se o algoritmo que você deseja usar para seu modelo não for suportado por uma opção integrada 
e você se sentir confortável em codificar sua própria solução, considere usar uma framework 
compatível com o Amazon SageMaker. Isso é chamado de “modo de script” porque você escreve 
seu código personalizado (script) em um arquivo de texto com uma .py extensão. Como a tabela 
acima indica, o SageMaker é compatível com a maioria das frameworks populares de machine 
learning. Essas frameworks vêm pré-carregadas com a estrutura correspondente e alguns pacotes 
Python adicionais, como Pandas e NumPy, para que você possa escrever seu próprio código 
para treinar um algoritmo. Essas frameworks também permitem que você instale qualquer pacote 
Python hospedado no PyPI incluindo um arquivo requirements.txt com seu código de treinamento 
ou incluindo seus próprios diretórios de código. O R também é suportado nativamente nos kernels 
do caderno do SageMaker. Algumas frameworks, como scikit-learn e Spark ML, têm algoritmos 
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pré-codificados que você pode usar facilmente, enquanto outras frameworks, como TensorFlow e 
PyTorch, podem exigir que você mesmo implemente o algoritmo. A única limitação ao usar uma 
imagem de framework compatível é que você não pode importar nenhum pacote de software que 
não esteja hospedado no PyPI ou que ainda não esteja incluído na imagem da framework.

Para obter mais informações sobre frameworks suportadas pelo SageMaker, consulte Linguagens e 
frameworks de Machine Learning.

Usar uma imagem do Docker personalizada

Os algoritmos integrados e as frameworks compatíveis do Amazon SageMaker devem abranger 
a maioria dos casos de uso, mas às vezes você pode precisar usar um algoritmo de um pacote 
não incluído em nenhuma das frameworks compatíveis. Você também pode ter um modelo pré-
treinado escolhido ou mantido em algum lugar que precise ser implantado. O SageMaker usa 
imagens do Docker para hospedar o treinamento e a exibição de todos os modelos, para que você 
possa fornecer sua própria imagem personalizada do Docker se o pacote ou o software de que você 
precisa não estiver incluído em uma framework compatível. Esse pode ser seu próprio pacote Python 
ou um algoritmo codificado em uma linguagem como Stan ou Julia. Para essas imagens, você 
também deve configurar o treinamento do algoritmo e a veiculação do modelo adequadamente em 
seu Dockerfile. Isso requer conhecimento intermediário do Docker e não é recomendado, a menos 
que você se sinta confortável em escrever seu próprio algoritmo de machine learning. Sua imagem 
do Docker deve ser carregada em um repositório on-line, como o Amazon Elastic Container Registry 
(ECR), antes que você possa treinar e servir seu modelo adequadamente.

Para obter mais informações sobre imagens personalizadas do Docker no SageMaker, consulte Use 
contêineres do Docker para criar modelos.

Tipos de problemas para os paradigmas básicos de machine learning

As três seções a seguir descrevem os principais tipos de problemas abordados pelos três 
paradigmas básicos do machine learning. Para obter uma lista dos algoritmos integrados que o 
SageMaker fornece para resolver esses tipos de problemas, consulte Use algoritmos SageMaker 
integrados da Amazon ou modelos pré-treinados.

Tópicos

• Aprendizado supervisionado

• Aprendizado não supervisionado

• Aprendizado por reforço

Tipos de problemas para os paradigmas básicos de machine learning 2693



Amazon SageMaker Guia do Desenvolvedor

Aprendizado supervisionado

Se seu conjunto de dados consiste em recursos ou atributos (entradas) que contêm valores-alvo 
(saídas), então você tem um problema de aprendizado supervisionado. Se seus valores-alvo forem 
categóricos (matematicamente discretos), então você tem um problema de classificação. É uma 
prática padrão distinguir a classificação binária da multiclasse.

• A classificação binária é um tipo de aprendizagem supervisionada que atribui um indivíduo a 
uma das duas classes predefinidas e mutuamente exclusivas com base em seus atributos. 
É supervisionado porque os modelos são treinados a partir de exemplos em que os atributos 
são fornecidos com objetos rotulados corretamente. Um diagnóstico médico para saber se um 
indivíduo tem uma doença ou não com base nos resultados de testes diagnósticos é um exemplo 
de classificação binária.

• A classificação multiclasse é um tipo de aprendizagem supervisionada que atribui um indivíduo a 
uma das várias classes com base nos atributos do indivíduo. É supervisionada porque os modelos 
são treinados a partir de exemplos em que os atributos são fornecidos com objetos rotulados 
corretamente. Um exemplo é a previsão do tópico mais relevante para um documento de texto. Um 
documento pode ser classificado como sendo sobre religião, política ou finanças, ou como sendo 
sobre uma de várias outras classes de tópicos predefinidas.

Se os valores de destino que você está tentando prever forem matematicamente contínuos, então 
você tem um problema de regressão. A regressão estima os valores de uma variável de destino 
dependente com base em uma ou mais outras variáveis ou atributos correlacionados com ela. Um 
exemplo é a previsão dos preços das casas usando características como o número de banheiros e 
quartos e a metragem quadrada da casa e do jardim. A análise de regressão pode criar um modelo 
que considera um ou mais desses recursos como uma entrada e prevê o preço de uma casa.

Para obter mais informações sobre os algoritmos de aprendizado supervisionado integrados 
fornecidos pelo SageMaker, consulte Aprendizado supervisionado.

Aprendizado não supervisionado

Se o seu conjunto de dados consiste em recursos ou atributos (entradas) que não contêm rótulos 
ou valores alvo (saídas), então você tem um problema de aprendizado não supervisionado. Neste 
tipo de problema, a saída deve ser prevista baseado no padrão descoberto nos dados de entrada. O 
objetivo dos problemas de aprendizado não supervisionado é descobrir padrões como agrupamentos 
nos dados. Há uma grande variedade de tarefas ou tipos de problemas aos quais a aprendizagem 
não supervisionada pode ser aplicada. As análises de componentes principais e clusters são dois 
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dos principais métodos comumente implantados para pré-processamento de dados. Aqui está 
uma pequena lista de tipos de problemas que podem ser resolvidos por meio do aprendizado não 
supervisionado:

• A redução de dimensão normalmente faz parte de uma etapa de exploração de dados usada 
para determinar os recursos mais relevantes a serem usados na construção do modelo. A ideia 
é transformar dados de um espaço de alta dimensão e pouco povoado em um espaço de baixa 
dimensão que retenha as propriedades mais significativas dos dados originais. Isso alivia a 
maldição da dimensionalidade que pode surgir com dados escassamente povoados e de alta 
dimensão, nos quais a análise estatística se torna problemática. Também pode ser usado para 
ajudar a entender os dados, reduzindo os dados de alta dimensão para uma dimensionalidade 
mais baixa que possa ser visualizada.

• A análise de agrupamento é uma classe de técnicas usadas para classificar objetos ou casos 
em grupos chamados clusters. Ele tenta encontrar agrupamentos distintos dentro dos dados, em 
que os membros de um grupo sejam o mais semelhantes possível entre eles e o mais diferentes 
possível dos membros de outros grupos. Você define os recursos ou atributos que deseja que 
o algoritmo use para determinar a similaridade, selecione uma função de distância para medir a 
similaridade e especifique o número de clusters a serem usados na análise.

• A detecção de anomalias é a identificação de itens, eventos ou observações raros em um conjunto 
de dados que levantam suspeitas porque diferem significativamente do resto dos dados. A 
identificação de itens anômalos pode ser usada, por exemplo, para detectar fraudes bancárias 
ou erros médicos. As anomalias também são chamadas de valores atípicos, novidades, ruídos, 
desvios e exceções.

• A estimativa de densidade é a construção de estimativas de funções de densidade de 
probabilidade subjacentes não observáveis com base em dados observados. Um uso natural 
das estimativas de densidade é para exploração de dados. As estimativas de densidade podem 
descobrir características como assimetria e multimodalidade nos dados. A forma mais básica de 
estimativa de densidade é um histograma redimensionado.

O SageMaker fornece vários algoritmos de machine learning integrados que você pode usar 
para essas tarefas de aprendizado não supervisionadas. Para obter mais informações sobre os 
algoritmos não supervisionados integrados fornecidos pelo SageMaker, consulte Aprendizado não 
supervisionado.
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Aprendizado por reforço

O aprendizado por reforço é um tipo de aprendizado baseado na interação com o meio ambiente. 
Esse tipo de aprendizado é usado por um agente que deve aprender o comportamento por meio 
de interações de tentativa e erro com um ambiente dinâmico no qual o objetivo é maximizar as 
recompensas de longo prazo que o agente recebe como resultado de suas ações. As recompensas 
são maximizadas trocando ações de exploração que têm recompensas incertas por ações de 
exploração que têm recompensas conhecidas.

Para obter mais informações sobre frameworks, kits de ferramentas e ambientes do SageMaker para 
aprendizado por reforço, consulte Use o aprendizado por reforço com o Amazon SageMaker.

Use algoritmos SageMaker integrados da Amazon ou modelos pré-
treinados

SageMaker A Amazon fornece um conjunto de algoritmos integrados, modelos pré-treinados e 
modelos de soluções pré-criados para ajudar cientistas de dados e profissionais de aprendizado 
de máquina a começar a treinar e implantar modelos de aprendizado de máquina rapidamente. 
Para alguém que é novato SageMaker, escolher o algoritmo certo para seu caso de uso específico 
pode ser uma tarefa desafiadora. A tabela a seguir fornece uma rápida folha de dicas que mostra 
como você pode começar com um exemplo de problema ou caso de uso e encontrar um algoritmo 
incorporado apropriado oferecido por SageMaker ele que seja válido para esse tipo de problema. 
Orientações adicionais organizadas por paradigmas de aprendizagem (supervisionados e não 
supervisionados) e domínios de dados importantes (texto e imagens) são fornecidas nas seções a 
seguir à tabela.

Tabela: Mapeando casos de uso para algoritmos integrados

Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

Aqui estão 
alguns exemplos 
dos 15 tipos 
de problemas 
que podem 
ser resolvidos 

Modelos pré-
treinados e 
modelos de 
soluções pré-
criados

Classificação de 
imagens

Classificação 
tabular

Imagem, texto, 
tabular

Modelos 
populares 
, incluindo 
Mobilenet, 
YOLO, Faster 
R-CNN, BERT, 
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Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

pelos modelos 
pré-treinados 
e modelos de 
solução pré-criad 
os fornecidos 
por: SageMaker 
JumpStart

Resposta a 
perguntas: 
chatbot que gera 
uma resposta 
para uma 
determinada 
pergunta.

Análise de texto: 
analise textos 
de modelos 
específicos de 
um domínio 
do setor, como 
finanças.

Regressão 
tabular

Classificação de 
texto

Detecção de 
objetos

Incorporação de 
texto

Respostas a 
perguntas

Classificação de 
pares de frases

Incorporação de 
imagens

Reconhecimento 
de entidades 
nomeadas

Segmentação de 
instância

Geração de texto

Sumarização de 
texto

Segmentação de 
semântica

LightGBM e 
CatBoost

Para obter 
uma lista dos 
modelos pré-
treinados 
disponíve 
is, consulte
JumpStart 
Modelos.

Para obter 
uma lista dos 
modelos de 
solução predefini 
dos disponíve 
is, consulte
JumpStart 
Soluções.
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Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

Tradução de 
máquina

Preveja se um 
item pertence a 
uma categoria: 
um filtro de spam 
por e-mail

Aprendizado 
supervisionado

Classificação 
binária/multiclass 
e

Tabular AutoGluon 
-Tabular,
CatBoost,
Algoritmo de 
Máquinas 
de fatoração
, Algoritmo 
k-nearest 
neighbors (k-
NN), LightGBM,
Algoritmo de 
Aprendizagem 
linear, TabTransf 
ormer, Algoritmo 
XGBoost
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Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

Preveja um 
valor numérico/ 
contínuo: estime 
o valor de uma 
casa

Regressão Tabular AutoGluon 
-Tabular,
CatBoost,
Algoritmo de 
Máquinas 
de fatoração
, Algoritmo 
k-nearest 
neighbors (k-
NN), LightGBM,
Algoritmo de 
Aprendizagem 
linear, TabTransf 
ormer, Algoritmo 
XGBoost

Com base 
nos dados 
históricos de 
um comportam 
ento, preveja o 
comportamento 
futuro: preveja 
as vendas de 
um novo produto 
com base nos 
dados de vendas 
anteriores.

Previsão de 
séries temporais

Tabular Algoritmo 
de previsão 
DeepAR
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Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

Melhore a 
incorporação 
de dados dos 
objetos de 
alta dimensão: 
identifique tickets 
de suporte 
duplicados 
ou encontre 
o roteament 
o correto com 
base na similarid 
ade do texto nos 
tickets

Incorporações: 
converta objetos 
de alta dimensão 
em espaço de 
baixa dimensão.

Tabular Algoritmo 
Object2Vec

Elimine as 
colunas de um 
conjunto de 
dados que têm 
uma relação 
fraca com a 
variável rótulo/al 
vo: a cor de um 
carro ao prever 
sua quilometr 
agem.

Aprendizado não 
supervisionado

Engenharia 
de atributos 
: redução de 
dimension 
alidade

Tabular Algoritmo de 
Análise de 
componente 
principal (PCA)
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Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

Detecte 
comportam 
ento anormal 
na aplicação: 
detecte quando 
um sensor 
de IoT está 
enviando leituras 
anormais

Detecção de 
anomalias

Tabular Algoritmo RCF 
(Random Cut 
Forest)

Proteja seu 
aplicativo 
contra usuários 
suspeitos: 
detecte se um 
endereço IP 
que acessa um 
serviço pode ser 
de um agente 
mal-intencionado

Detecção de 
anomalias de IP

Tabular IP Insights

Agrupe objetos/d 
ados semelhant 
es: encontre 
clientes com 
gastos altos, 
médios e 
baixos em seus 
históricos de 
transações

Cluster ou 
agrupamento

Tabular Algoritmo k-
means
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Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

Organize um 
conjunto de 
documentos 
em tópicos (não 
conhecidos 
de antemão): 
marque um 
documento como 
pertencente a 
uma categoria 
médica com 
base nos termos 
usados no 
documento.

Modelagem de 
tópicos

Texto Algoritmo 
Latent Dirichlet 
Allocation (LDA),
Algoritmo de 
Modelo de 
tópicos neurais 
(NTM)

Atribua categoria 
s predefinidas 
a documentos 
em um corpus: 
categorize livros 
em uma bibliotec 
a em disciplinas 
acadêmicas

Classificação de 
texto

Texto Algoritmo 
BlazingText,
Classificação de 
texto - TensorFlo 
w

Converter texto 
de um idioma 
para outro: 
espanhol para 
inglês

Análise de texto

Tradução de 
máquina
algoritmo

Texto Algoritmo 
Sequence-to-
Sequence
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Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

Resuma um 
corpus de 
texto longo: um 
resumo para 
um paper de 
pesquisa

Resumo de texto Texto Algoritmo 
Sequence-to-
Sequence

Converta 
arquivos de 
áudio em texto: 
transcreva 
conversas 
da central de 
atendimento 
para análise 
posterior

S peech-to-text Texto Algoritmo 
Sequence-to-
Sequence

Rotular/marcar 
uma imagem 
com base no 
conteúdo da 
imagem: alertas 
sobre conteúdo 
adulto em uma 
imagem

Classificação de 
imagem e vários 
rótulos

Imagem Classificação 
de imagens - 
MXNet

Classifique 
algo em uma 
imagem usando 
o aprendizado 
por transferê 
ncia.

Image Processin 
g

Classificação de 
imagens

Imagem Classificação 
de imagens - 
TensorFlow
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Exemplos de 
problemas e 
casos de uso

Paradigma ou 
domínio de 
aprendizagem

Tipos de 
problemas

Formato dos 
dados de 
entrada

Algoritmos 
integrados

Detecte pessoas 
e objetos em 
uma imagem: a 
polícia analisa 
uma grande 
galeria de fotos 
de uma pessoa 
desaparecida

Detecção e 
classificação de 
objetos

Imagem Detecção de 
objetos - MXNet,
Detecção 
de objetos - 
TensorFlow

Marque cada 
pixel de uma 
imagem 
individualmente 
com uma 
categoria: carros 
autônomos 
se preparam 
para identificar 
objetos em seu 
caminho

Visão computaci 
onal

Imagem Algoritmo de 
segmentação 
semântica

Para obter informações importantes sobre caminhos de registro do Docker, formatos de dados, tipos 
de instância recomendados do Amazon EC2 e CloudWatch registros comuns a todos os algoritmos 
integrados fornecidos pelo, consulte. SageMaker Informações comuns sobre algoritmos integrados

As seções a seguir fornecem orientação adicional para os algoritmos SageMaker integrados da 
Amazon agrupados pelos paradigmas de aprendizado supervisionado e não supervisionado aos 
quais eles pertencem. Para obter descrições desses paradigmas de aprendizagem e dos tipos 
de problemas associados, consulte Escolher um algoritmo. Também são fornecidas seções para 
os algoritmos SageMaker integrados disponíveis para abordar dois domínios importantes de 
aprendizado de máquina: análise textual e processamento de imagens.

• Modelos pré-treinados e modelos de soluções
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• Aprendizado supervisionado

• Aprendizado não supervisionado

• Análise de texto

• Image Processing

Modelos pré-treinados e modelos de soluções

SageMaker JumpStart fornece uma ampla variedade de modelos pré-treinados, modelos de 
soluções pré-criados e exemplos de tipos de problemas populares que usam o SageMaker SDK e 
o Studio Classic. Para obter mais informações sobre esses modelos, soluções e os exemplos de 
notebooks fornecidos por SageMaker JumpStart, consulteSageMaker JumpStart.

Aprendizado supervisionado

SageMaker A Amazon fornece vários algoritmos integrados de uso geral que podem ser usados para 
problemas de classificação ou regressão.

• AutoGluon-Tabular: uma estrutura de AutoML de código aberto que é bem-sucedida ao agrupar 
modelos e empilhá-los em várias camadas.

• CatBoost: uma implementação do algoritmo de árvores com aumento de gradiente que introduz o 
aumento ordenado e um algoritmo inovador para processar características categóricas.

• Algoritmo de Máquinas de fatoração: é uma extensão de um modelo linear projetado para capturar, 
com baixo custo, as interações entre os atributos presentes em conjuntos de dados esparsos 
altamente dimensionais.

• Algoritmo k-nearest neighbors (k-NN): um método não paramétrico que usa os pontos k rotulados 
mais próximos para atribuir um rótulo a um novo ponto de dados para classificação ou um valor de 
destino previsto a partir da média dos pontos k mais próximos para a regressão.

• LightGBM: uma implementação do algoritmo de árvores com aumento de gradiente que adiciona 
duas novas técnicas para melhorar a eficiência e a escalabilidade: amostragem unilateral baseada 
em gradiente (GOSS) e empacotamento de atributos exclusivos (EFB).

• Algoritmo de Aprendizagem linear: aprende uma função linear para regressão ou uma função de 
limite linear para classificação.

• TabTransformer—uma nova arquitetura de modelagem de dados tabular profunda baseada em 
self-attention-based Transformers.
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• Algoritmo XGBoost: uma implementação do algoritmo de árvores com aumento de gradiente que 
combina um conjunto de estimativas a partir de um conjunto de modelos mais simples e menos 
robustos.

A Amazon SageMaker também fornece vários algoritmos de aprendizado supervisionado integrados 
que são usados para tarefas mais especializadas durante a engenharia de recursos e a previsão a 
partir de dados de séries temporais.

• Algoritmo Object2Vec—um novo algoritmo multiuso altamente personalizável usado para 
engenharia de atributos. Ele pode aprender incorporações densas de baixa dimensão de objetos 
de alta dimensão para produzir atributos que melhoram a eficiência do treinamento para modelos 
posteriores. Embora esse seja um algoritmo supervisionado, pois requer dados rotulados para 
treinamento, há muitos cenários nos quais os rótulos de relacionamento podem ser obtidos 
puramente a partir de agrupamentos naturais de dados, sem qualquer anotação humana explícita.

• Algoritmo de previsão DeepAR—o algoritmo de aprendizado supervisionado é um algoritmo de 
aprendizagem supervisionada para previsão de séries temporais escalares (unidimensionais) 
usando redes neurais recorrentes (RNN).

Aprendizado não supervisionado

SageMaker A Amazon fornece vários algoritmos integrados que podem ser usados para uma 
variedade de tarefas de aprendizado não supervisionadas, como agrupamento, redução de 
dimensões, reconhecimento de padrões e detecção de anomalias.

• Algoritmo de Análise de componente principal (PCA)—reduz a dimensionalidade (número de 
atributos) em um conjunto de dados projetando pontos de dados nos primeiros componentes 
principais. O objetivo é reter o máximo possível de informações ou variações. Para matemáticos, 
os componentes principais são autovetores da matriz de covariância dos dados.

• Algoritmo k-means—ele tenta encontrar agrupamentos distintos dentro dos dados, em que os 
membros de um grupo sejam o mais semelhantes possível entre eles e o mais diferentes possível 
dos membros de outros grupos.

• IP Insights—aprende os padrões de uso dos endereços IPv4. Ele é projetado para capturar 
associações entre endereços IPv4 e várias entidades, como IDs de usuários ou números de 
contas.

• Algoritmo RCF (Random Cut Forest)—detecta pontos de dados anômalos em um conjunto de 
dados que divergem de dados bem estruturados ou padronizados.
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Análise de texto

SageMaker fornece algoritmos personalizados para a análise de documentos textuais usados no 
processamento de linguagem natural, classificação ou resumo de documentos, modelagem ou 
classificação de tópicos e transcrição ou tradução de idiomas.

• Algoritmo BlazingText: uma implantação altamente otimizada do Word2vec e dos algoritmos de 
classificação de texto que podem ser facilmente escalados para grandes conjuntos de dados. É útil 
para muitas tarefas posteriores de processamento de linguagem natural (NLP).

• Algoritmo Sequence-to-Sequence—esse algoritmo supervisionado é comumente usado para 
tradução de máquina neural.

• Algoritmo Latent Dirichlet Allocation (LDA)—esse algoritmo é adequado para determinar tópicos 
em um conjunto de documentos. É um algoritmo não supervisionado, o que significa que ele não 
usa dados de exemplo com respostas durante o treinamento.

• Algoritmo de Modelo de tópicos neurais (NTM)—outra técnica não supervisionada para determinar 
tópicos em um conjunto de documentos, usando uma abordagem de rede neural.

• Classificação de texto - TensorFlow—um algoritmo supervisionado que oferece suporte ao 
aprendizado por transferência com modelos pré-treinados disponíveis para classificação de texto.

Image Processing

SageMaker também fornece algoritmos de processamento de imagem que são usados para 
classificação de imagens, detecção de objetos e visão computacional.

• Classificação de imagens - MXNet: usa dados de exemplo com respostas (conhecido como
algoritmo supervisionado). Use esse algoritmo para classificar imagens.

• Classificação de imagens - TensorFlow—usa modelos de TensorFlow Hub pré-treinados para 
ajustar tarefas específicas (conhecido como algoritmo supervisionado). Use esse algoritmo para 
classificar imagens.

• Algoritmo de segmentação semântica—fornece uma abordagem granular em nível de pixel ao 
desenvolvimento de aplicativos de visão computacional.

• Detecção de objetos - MXNet—detecta e classifica objetos em imagens usando uma única rede 
neural profunda. Ele é um algoritmo de aprendizagem supervisionada que captura imagens como 
entrada e identifica todas as instâncias de objetos na cena da imagem.
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• Detecção de objetos - TensorFlow: detecta caixas delimitadoras e rótulos de objetos em uma 
imagem. É um algoritmo de aprendizado supervisionado que oferece suporte ao aprendizado por 
transferência com os modelos pré-treinados TensorFlow disponíveis.

Tópicos

• Informações comuns sobre algoritmos integrados

• Algoritmos integrados do SageMaker para dados tabulares

• Algoritmos integrados do SageMaker para dados de texto

• Algoritmos integrados do SageMaker para dados de séries temporais

• Algoritmos integrados não supervisionados do SageMaker

• Algoritmos SageMaker integrados para visão computacional

Informações comuns sobre algoritmos integrados

A tabela a seguir lista os parâmetros para cada um dos algoritmos fornecidos pela Amazon 
SageMaker.

Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

AutoGluon-
Tabular

treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU ou 
GPU 
(somente 
instância 
única)

Não

BlazingTe 
xt

treinamen 
to

Arquivo ou 
Pipe

Arquivo 
de texto 
(uma frase 
por linha 
com tokens 
separados 

CPU ou 
GPU 
(somente 
instância 
única)

Não
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

por 
espaço)

CatBoost treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU 
(somente 
instância 
única)

Não

Previsão 
DeepAR

treinamen 
to e 
(opcional 
mente) 
teste

Arquivo linhas 
JSON ou 
Parquet

CPU ou 
GPU

Sim

Máquinas 
de 
fatoração

treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf

CPU (GPU 
para dados 
densos)

Sim

Classific 
ação de 
imagens: 
MXNet

treinamen 
to e 
validação 
, (opcional 
mente) 
train_lst, 
validatio 
n_lst e 
model

Arquivo ou 
Pipe

recordIO 
ou 
arquivos 
de imagem 
(.jpg 
ou .png)

GPU Sim
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

Classific 
ação de 
imagens - 
TensorFlo 
w

treinamen 
to e 
validação

Arquivo arquivos 
de imagem 
(.jpg, .jpeg 
ou .png)

CPU ou 
GPU

Sim 
(somente 
em várias 
GPUs 
em uma 
instância 
única)

IP Insights treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU ou 
GPU

Sim

K-Means treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU ou 
GPUCommon 
(disposit 
ivo de 
GPU única 
em uma 
ou mais 
instâncias)

Não

K-Nearest-
Neighbors 
(k-NN)

treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU ou 
GPU 
(disposit 
ivo de 
GPU única 
em uma 
ou mais 
instâncias)

Sim
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

LDA treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU 
(somente 
instância 
única)

Não

LightGBM treino/tr 
einamento 
e (opcional 
mente) 
validação

Arquivo CSV CPU Sim

Aprendiza 
gem linear

treinamen 
to e 
(opcional 
mente) 
validação 
, teste ou 
ambos

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU ou 
GPU

Sim

Modelo 
de tópico 
neural

treinamen 
to e 
(opcional 
mente) 
validação 
, teste ou 
ambos

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU ou 
GPU

Sim
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

Object2Ve 
c

treinamen 
to e 
(opcional 
mente) 
validação 
, teste ou 
ambos

Arquivo Linhas 
JSON

CPU ou 
GPU 
(somente 
instância 
única)

Não

Detecção 
de objetos 
- MXNet

treinamen 
to e 
validação 
, (opcional 
mente) 
train_ann 
otation, 
validatio 
n_annotat 
ion e 
model

Arquivo ou 
Pipe

recordIO 
ou 
arquivos 
de imagem 
(.jpg 
ou .png)

GPU Sim

Detecção 
de objetos 
- TensorFlo 
w

treinamen 
to e 
validação

Arquivo arquivos 
de imagem 
(.jpg, .jpeg 
ou .png)

GPU Sim 
(somente 
em várias 
GPUs 
em uma 
instância 
única)
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

PCA treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU ou 
GPU

Sim

Random 
Cut Forest

treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU Sim

Segmentaç 
ão de 
semântica

treinamen 
to e 
validação 
, train_ann 
otation, 
validatio 
n_annotat 
ion e 
(opcional 
mente) 
label_map 
e model

Arquivo ou 
Pipe

Arquivos 
de imagem

GPU 
(somente 
instância 
única)

Não

Modelagem 
Seq2Seq

treinamen 
to, 
validação e 
vocabulário

Arquivo recordIO- 
protobuf

GPU 
(somente 
instância 
única)

Não
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

TabTransf 
ormer

treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU ou 
GPU 
(somente 
instância 
única)

Não

Classific 
ação de 
texto - 
TensorFlo 
w

treinamen 
to e 
validação

Arquivo CSV CPU ou 
GPU

Sim 
(somente 
em várias 
GPUs 
em uma 
instância 
única)

XGBoost 
(0.90-1, 
0.90-2, 
1.0-1, 
1.2-1, 
1.2-21)

treinamen 
to e 
(opcional 
mente) 
validação

Arquivo ou 
Pipe

CSV, 
LibSVM ou 
Parquet

CPU (ou 
GPU para 
1.2-1)

Sim

Algoritmos que são paralelizáveis podem ser implantados em várias instâncias de computação para 
treinamento distribuído.

Os tópicos a seguir fornecem informações sobre formatos de dados, tipos de instância 
recomendados do Amazon EC2 e CloudWatch registros comuns a todos os algoritmos integrados 
fornecidos pela Amazon. SageMaker

Note

Para pesquisar os URIs de imagem do Docker dos algoritmos integrados gerenciados por 
SageMaker, consulte Caminhos de registro e código de exemplo do Docker.
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Tópicos

• Formatos de dados comuns para algoritmos internos

• Tipos de instância para algoritmos internos

• Logs para algoritmos integrados

Formatos de dados comuns para algoritmos internos

Os tópicos a seguir explicam os formatos de dados dos algoritmos fornecidos pela Amazon 
SageMaker.

Tópicos

• Formatos de dados comuns para treinamento

• Formatos de dados comuns para inferência

Formatos de dados comuns para treinamento

Para se preparar para o treinamento, você pode pré-processar seus dados usando diferentes 
serviços AWS, incluindo AWS Glue, Amazon EMR, Amazon Redshift, Amazon Relational Database 
Service e Amazon Athena. Após o pré-processamento, publique os dados em um bucket do Amazon 
S3. Para treinamento, os dados precisam passar por uma série de conversões e transformações, 
incluindo:

• Serialização dos dados de treinamento (processada por você)

• Desserialização dos dados de treinamento (processada pelo algoritmo)

• Desserialização do modelo de treinamento (processada pelo algoritmo)

• Desserialização do modelo treinado (opcional, processada por você)

Ao usar a Amazon SageMaker na parte de treinamento do algoritmo, certifique-se de fazer o upload 
de todos os dados de uma só vez. Se mais dados forem adicionados a esse local, uma nova 
chamada de treinamento será necessária para construir um novo modelo.

Tópicos

• Tipos de conteúdo compatíveis com algoritmos integrados

• Usando o modo Pipe

• Usando o formato CSV
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• Usando o formato RecordIO

• Desserialização do modelo treinado

Tipos de conteúdo compatíveis com algoritmos integrados

A tabela a seguir lista alguns dos ContentTypevalores comumente aceitos e os algoritmos que os 
usam:

ContentTypes para algoritmos integrados

ContentType Algoritmo

application/x-image Algoritmo de detecção de objetos, segmentação semântica

aplicativo/x-recordio Algoritmo de Detecção de objetos

aplicação/ x-recordio-
protobuf

Máquinas de fatoração, K-Means, k-NN, alocação latente de Dirichlet 
, Linear Learner, NTM, PCA, RCF, sequência a sequência

application/jsonlines BlazingText, DeepAR

image/jpeg Algoritmo de detecção de objetos, segmentação semântica

image/png Algoritmo de detecção de objetos, segmentação semântica

text/csv IP Insights, K-Means, k-NN, alocação latente de Dirichlet, Linear 
Learner, NTM, PCA, RCF, XGBoost

text/libsvm XGBoost

Para obter um resumo dos parâmetros usados por cada algoritmo, consulte a documentação dos 
algoritmos individuais ou esta tabela.

Usando o modo Pipe

No modo Pipe, seu trabalho de treinamento transmite dados diretamente do Amazon Simple Storage 
Service (Amazon S3). O streaming pode proporcionar tempos de inicialização mais rápidos para 
trabalhos de treinamento e um melhor throughput. Isso contrasta com o modo Arquivo, no qual 
seus dados do Amazon S3 são armazenados nos volumes da instância de treinamento. O modo 
de Arquivo usa de espaço em disco para armazenar tanto os artefatos de modelo finais quanto o 
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conjunto completo de dados de treinamento. Ao transmitir seus dados diretamente do Amazon S3 no 
modo Pipe, você reduz o tamanho dos volumes do Amazon Elastic Block Store de suas instâncias 
de treinamento. O modo de Pipe precisa apenas de espaço em disco suficiente para armazenar seus 
artefatos de modelo finais. Consulte a AlgorithmSpecification para obter detalhes adicionais 
sobre o modo de entrada de treinamento.

Usando o formato CSV

Muitos SageMaker algoritmos da Amazon oferecem suporte ao treinamento com dados no formato 
CSV. Para usar dados no formato CSV para treinamento, na especificação do canal de dados 
de entrada, especifique text/csv como o ContentType. A Amazon SageMaker exige que um 
arquivo CSV não tenha um registro de cabeçalho e que a variável de destino esteja na primeira 
coluna. Para executar algoritmos de aprendizagem não supervisionada que não tenham um 
destino, especifique o número de colunas de rótulo no tipo de conteúdo. Por exemplo, neste caso,
'content_type=text/csv;label_size=0'. Para ver um exemplo de caderno que usa o 
formato CSV, consulte Predição do câncer de mama. Para obter mais informações, consulte Agora 
use o modo Pipe com conjuntos de dados CSV para um treinamento mais rápido nos algoritmos 
SageMaker integrados da Amazon.

Usando o formato RecordIO

No formato protobuf Recordio, SageMaker converte cada observação no conjunto de dados em uma 
representação binária como um conjunto de floats de 4 bytes e, em seguida, a carrega no campo 
de valores do protobuf. Se você estiver usando o Python para preparação de dados, é altamente 
recomendável usar essas transformações existentes. No entanto, se você estiver usando outra 
linguagem, o arquivo de definição protobuf abaixo fornecerá o esquema que você usa para converter 
seus dados no SageMaker formato protobuf.

Note

Para ver um exemplo que mostra como converter a matriz numPy comumente usada no 
formato recordIO protobuf, consulte Uma introdução às máquinas de fatoração com MNIST.

syntax = "proto2"; 

 package aialgs.data; 

 option java_package = "com.amazonaws.aialgorithms.proto"; 
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 option java_outer_classname = "RecordProtos"; 

 // A sparse or dense rank-R tensor that stores data as doubles (float64). 
 message Float32Tensor   { 
     // Each value in the vector. If keys is empty, this is treated as a 
     // dense vector. 
     repeated float values = 1 [packed = true]; 

     // If key is not empty, the vector is treated as sparse, with 
     // each key specifying the location of the value in the sparse vector. 
     repeated uint64 keys = 2 [packed = true]; 

     // An optional shape that allows the vector to represent a matrix. 
     // For example, if shape = [ 10, 20 ], floor(keys[i] / 20) gives the row, 
     // and keys[i] % 20 gives the column. 
     // This also supports n-dimensonal tensors. 
     // Note: If the tensor is sparse, you must specify this value. 
     repeated uint64 shape = 3 [packed = true]; 
 } 

 // A sparse or dense rank-R tensor that stores data as doubles (float64). 
 message Float64Tensor { 
     // Each value in the vector. If keys is empty, this is treated as a 
     // dense vector. 
     repeated double values = 1 [packed = true]; 

     // If this is not empty, the vector is treated as sparse, with 
     // each key specifying the location of the value in the sparse vector. 
     repeated uint64 keys = 2 [packed = true]; 

     // An optional shape that allows the vector to represent a matrix. 
     // For example, if shape = [ 10, 20 ], floor(keys[i] / 10) gives the row, 
     // and keys[i] % 20 gives the column. 
     // This also supports n-dimensonal tensors. 
     // Note: If the tensor is sparse, you must specify this value. 
     repeated uint64 shape = 3 [packed = true]; 
 } 

 // A sparse or dense rank-R tensor that stores data as 32-bit ints (int32). 
 message Int32Tensor { 
     // Each value in the vector. If keys is empty, this is treated as a 
     // dense vector. 
     repeated int32 values = 1 [packed = true]; 
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     // If this is not empty, the vector is treated as sparse with 
     // each key specifying the location of the value in the sparse vector. 
     repeated uint64 keys = 2 [packed = true]; 

     // An optional shape that allows the vector to represent a matrix. 
     // For Exmple, if shape = [ 10, 20 ], floor(keys[i] / 10) gives the row, 
     // and keys[i] % 20 gives the column. 
     // This also supports n-dimensonal tensors. 
     // Note: If the tensor is sparse, you must specify this value. 
     repeated uint64 shape = 3 [packed = true]; 
 } 

 // Support for storing binary data for parsing in other ways (such as JPEG/etc). 
 // This is an example of another type of value and may not immediately be supported. 
 message Bytes { 
     repeated bytes value = 1; 

     // If the content type of the data is known, stores it. 
     // This allows for the possibility of using decoders for common formats 
     // in the future. 
     optional string content_type = 2; 
 } 

 message Value { 
     oneof value { 
         // The numbering assumes the possible use of: 
         // - float16, float128 
         // - int8, int16, int32 
         Float32Tensor float32_tensor = 2; 
         Float64Tensor float64_tensor = 3; 
         Int32Tensor int32_tensor = 7; 
         Bytes bytes = 9; 
     } 
 } 

 message Record { 
     // Map from the name of the feature to the value. 
     // 
     // For vectors and libsvm-like datasets, 
     // a single feature with the name `values` 
     // should be specified. 
     map<string, Value> features = 1; 

     // An optional set of labels for this record. 
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     // Similar to the features field above, the key used for 
     // generic scalar / vector labels should be 'values'. 
     map<string, Value> label = 2; 

     // A unique identifier for this record in the dataset. 
     // 
     // Whilst not necessary, this allows better 
     // debugging where there are data issues. 
     // 
     // This is not used by the algorithm directly. 
     optional string uid = 3; 

     // Textual metadata describing the record. 
     // 
     // This may include JSON-serialized information 
     // about the source of the record. 
     // 
     // This is not used by the algorithm directly. 
     optional string metadata = 4; 

     // An optional serialized JSON object that allows per-record 
     // hyper-parameters/configuration/other information to be set. 
     // 
     // The meaning/interpretation of this field is defined by 
     // the algorithm author and may not be supported. 
     // 
     // This is used to pass additional inference configuration 
     // when batch inference is used (e.g. types of scores to return). 
     optional string configuration = 5; 
 }

Depois de criar o buffer de protocolo, armazene-o em um local do Amazon S3 que a SageMaker 
Amazon possa acessar e que possa ser passado como parte do InputDataConfig login.
create_training_job

Note

Para todos os SageMaker algoritmos da Amazon, o ChannelName in InputDataConfig
deve ser definido comotrain. Alguns algoritmos também oferecem suporte para input 
channels de validação ou teste. Eles são normalmente usados para avaliar o desempenho 
do modelo usando um conjunto de dados de manutenção. Conjuntos de dados de 

Usar algoritmos internos 2720



Amazon SageMaker Guia do Desenvolvedor

manutenção não são usados no treinamento inicial, mas podem ser usados para ajustar 
ainda mais o modelo.

Desserialização do modelo treinado

SageMaker Os modelos da Amazon são armazenados como model.tar.gz no bucket do S3 
especificado no OutputDataConfig S3OutputPath parâmetro da create_training_job
chamada. O bucket do S3 deve estar na mesma região AWS da instância do caderno. Você pode 
especificar a maioria desses artefatos de modelo ao criar um modelo de hospedagem. Também 
é possível abrir e revisá-los na sua instância de bloco de anotações. Ao ser removido do tar, o
model.tar.gz contém model_algo-1, que é um objeto serializado do Apache MXNet. Por 
exemplo, veja a seguir como carregar e visualizar o modelo k-means na memória:

import mxnet as mx
print(mx.ndarray.load('model_algo-1'))

Formatos de dados comuns para inferência

SageMaker Os algoritmos da Amazon aceitam e produzem vários tipos diferentes de MIME para as 
cargas HTTP usadas na recuperação de previsões on-line e em minilote. É possível usar diversos 
serviços da AWS para transformar ou pré-processar registros antes de executar a inferência. No 
mínimo, é preciso converter os dados para os seguintes itens:

• Serialização da solicitação de inferência (processada por você)

• Desserialização da solicitação de inferência (processada pelo algoritmo)

• Serialização da resposta de inferência (processada pelo algoritmo)

• Desserialização da resposta de inferência (processada por você)

Tópicos

• Converter dados para serialização de solicitações de inferência

• Converter dados para desserialização de respostas de inferência

• Formatos de solicitação gerais para todos os algoritmos

• Use a transformação em lote com algoritmos integrados
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Converter dados para serialização de solicitações de inferência

As opções de tipo de conteúdo para solicitações de inferência de SageMaker algoritmos da Amazon 
incluem: text/csvapplication/json, e. application/x-recordio-protobuf Algoritmos 
que não oferecem suporte a todos esses tipos podem oferecer suporte a outros tipos. O XGBoost, 
por exemplo, só oferece suporte a text/csv nessa lista, mas também oferece suporte a text/
libsvm.

Para text/csv, o valor do argumento do corpo para invoke_endpoint deve ser uma string com 
vírgulas que separem os valores para cada atributo. Por exemplo, um registro para um modelo com 
quatro atributos pode parecer assim: 1.5,16.0,14,23.0. Todas as transformações executadas 
nos dados de treinamento também devem ser executadas nos dados antes da obtenção da 
inferência. A ordem dos atributos é importante, devendo permanecer inalterada.

application/json é significativamente mais flexível e fornece vários formatos possíveis para os 
desenvolvedores usarem em seus aplicativos. Em um nível alto, em JavaScript, a carga útil pode ter 
a seguinte aparência:

let request = { 
  // Instances might contain multiple rows that predictions are sought for. 
  "instances": [ 
    { 
      // Request and algorithm specific inference parameters. 
      "configuration": {}, 
      // Data in the specific format required by the algorithm. 
      "data": { 
         "<field name>": dataElement 
       } 
    } 
  ]
}

Para especificar o dataElement, você tem as seguintes opções:

Buffers de protocolo equivalentes

// Has the same format as the protocol buffers implementation described for training.
let dataElement = { 
  "keys": [], 
  "values": [], 
  "shape": []
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}

Vetor numérico simples

// An array containing numeric values is treated as an instance containing a
// single dense vector.
let dataElement = [1.5, 16.0, 14.0, 23.0]

// It will be converted to the following representation by the SDK.
let converted = { 
  "features": { 
    "values": dataElement 
  }
}

Para vários registros

let request = { 
  "instances": [ 
    // First instance. 
    { 
      "features": [ 1.5, 16.0, 14.0, 23.0 ] 
    }, 
    // Second instance. 
    { 
      "features": [ -2.0, 100.2, 15.2, 9.2 ] 
    } 
  ]
}

Converter dados para desserialização de respostas de inferência

SageMaker Os algoritmos da Amazon retornam JSON em vários layouts. Basicamente, a estrutura é 
esta:

let response = { 
  "predictions": [{ 
    // Fields in the response object are defined on a per algorithm-basis. 
  }]
}
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Os campos incluídos nas previsões diferem de algoritmo para algoritmo. Veja a seguir exemplos de 
resultado para o algoritmo k-means.

Inferência de único registro

let response = { 
  "predictions": [{ 
    "closest_cluster": 5, 
    "distance_to_cluster": 36.5 
  }]
}

Inferência de vários registros

let response = { 
  "predictions": [ 
    // First instance prediction. 
    { 
      "closest_cluster": 5, 
      "distance_to_cluster": 36.5 
    }, 
    // Second instance prediction. 
    { 
      "closest_cluster": 2, 
      "distance_to_cluster": 90.3 
    } 
  ]
}

Inferência de vários registros com entrada protobuf

{ 
  "features": [], 
  "label": { 
    "closest_cluster": { 
      "values": [ 5.0 ] // e.g. the closest centroid/cluster was 1.0 
    }, 
    "distance_to_cluster": { 
      "values": [ 36.5 ] 
    } 
  }, 
  "uid": "abc123", 
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  "metadata": "{ "created_at": '2017-06-03' }"
}

SageMaker os algoritmos também oferecem suporte ao formato JSONLINES, em que o conteúdo 
da resposta por registro é o mesmo do formato JSON. A estrutura de vários registros é uma 
concatenação de objetos de resposta por registro separados por caracteres de nova linha. O 
conteúdo da resposta do algoritmo KMeans interno para 2 pontos de dados de entrada é:

{"distance_to_cluster": 23.40593910217285, "closest_cluster": 0.0}
{"distance_to_cluster": 27.250282287597656, "closest_cluster": 0.0}

Ao executar uma transformação em lote, recomendamos usar o tipo de resposta jsonlines, 
definindo o campo Accept em CreateTransformJobRequest como application/jsonlines.

Formatos de solicitação gerais para todos os algoritmos

A maioria dos algoritmos usa vários dos seguintes formatos de solicitação de inferência.

Formato da solicitação JSON

Tipo de conteúdo: application/JSON

Formato denso

let request =   { 
    "instances":    [ 
        { 
            "features": [1.5, 16.0, 14.0, 23.0] 
        } 
    ]
}

let request =   { 
    "instances":    [ 
        { 
            "data": { 
                "features": { 
                    "values": [ 1.5, 16.0, 14.0, 23.0] 
                } 
            } 
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        } 
    ]
}

Formato esparso

{ 
 "instances": [ 
  {"data": {"features": { 
     "keys": [26, 182, 232, 243, 431], 
     "shape": [2000], 
     "values": [1, 1, 1, 4, 1] 
    } 
   } 
  }, 
  {"data": {"features": { 
     "keys": [0, 182, 232, 243, 431], 
     "shape": [2000], 
     "values": [13, 1, 1, 4, 1] 
    } 
   } 
  }, 
 ]
}

Formato da solicitação JSONLINES

Tipo de conteúdo: application/JSONLINES

Formato denso

Um único registro no formato denso pode ser representado como:

{ "features": [1.5, 16.0, 14.0, 23.0] }

ou:

{ "data": { "features": { "values": [ 1.5, 16.0, 14.0, 23.0] } }

Formato esparso
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Um único registro no formato esparso é representado como:

{"data": {"features": { "keys": [26, 182, 232, 243, 431], "shape": [2000], "values": 
 [1, 1, 1, 4, 1] } } }

Vários registros são representados como uma concatenação das representações de registro único 
acima, separadas por caracteres de nova linha:

{"data": {"features": { "keys": [0, 1, 3], "shape": [4], "values": [1, 4, 1] } } }
{ "data": { "features": { "values": [ 1.5, 16.0, 14.0, 23.0] } }
{ "features": [1.5, 16.0, 14.0, 23.0] }

Formato da solicitação CSV

Tipo de conteúdo: text/csv;label_size=0

Note

Não há suporte a CSV para máquinas de fatoração.

Formato da solicitação RECORDIO

Tipo de conteúdo: aplicativo/ x-recordio-protobuf

Use a transformação em lote com algoritmos integrados

Ao executar a transformação em lote, recomendamos usar o tipo de resposta JSONLINES 
em vez do JSON, se aceito pelo algoritmo. Isso é feito definindo o campo Accept em
CreateTransformJobRequest como application/jsonlines.

Quando você cria um trabalho de transformação, SplitType deve ser definido de acordo com o
ContentType dos dados de entrada. De modo semelhante, dependendo do campo Accept em
CreateTransformJobRequest, AssembleWith deve ser ajustado de acordo. Use a tabela a 
seguir para ajudar a definir adequadamente esses campos:

ContentType Recomendado SplitType

application/x-recordio-protobuf RecordIO
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ContentType Recomendado SplitType

text/csv Line

application/jsonlines Line

application/json None

application/x-image None

image/* None

Aceitar Recomendado AssembleWith

application/x-recordio-protobuf None

application/json None

application/jsonlines Line

Para obter mais informações sobre formatos de resposta de algoritmos específicos, consulte os 
seguintes tópicos:

• Formatos de inferência do DeepAR

• Formatos de resposta de máquinas de fatoração

• Formatos de dados de inferência para IP Insights

• Formatos de resposta do k-means

• Formatos de resposta e solicitação para k-NN

• Formatos de resposta da aprendizagem linear

• Formatos de resposta do NTM

• Formatos de dados para inferência em Object2Vec

• Incorporações de codificadores para Object2Vec

• Formatos de resposta do PCA

• Formatos de resposta do RCF
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Tipos de instância para algoritmos internos

Para treinar e hospedar SageMaker algoritmos da Amazon, recomendamos usar os seguintes tipos 
de instância do Amazon EC2:

• ml.m5.xlarge, ml.m5.4xlarge, and ml.m5.12xlarge

• ml.c5.xlarge, ml.c5.2xlarge, and ml.c5.8xlarge

• ml.p3.xlarge, ml.p3.8xlarge, and ml.p3.16xlarge

A maioria dos SageMaker algoritmos da Amazon foi projetada para aproveitar as vantagens da 
computação de GPU para treinamento. Para a maioria dos treinamentos de algoritmos, oferecemos 
suporte a instâncias de GPU P2, P3, G4dn e G5. Apesar de os custos por instância serem mais 
altos, as GPUs treinam mais rapidamente, o que as tornam mais econômicas. As exceções são 
observadas neste guia.

O tamanho e o tipo de dados podem ter grande impacto sobre qual configuração de hardware é mais 
eficaz. Quando o mesmo modelo é treinado de forma recorrente, testes iniciais em uma variedade 
de tipos de instância podem revelar configurações mais econômicas a longo prazo. Além disso, 
os algoritmos que treinam com mais eficiência em GPUs podem não precisar delas para obter 
uma inferência eficiente. Faça testes para determinar a solução mais econômica. Para obter uma 
recomendação automática de instância ou realizar testes de carga personalizados, use o Amazon 
SageMaker Inference Recommender.

Para obter mais informações sobre especificações SageMaker de hardware, consulte Tipos de 
instância do Amazon SageMaker ML.

Logs para algoritmos integrados

SageMaker Os algoritmos da Amazon produzem CloudWatch registros da Amazon, que fornecem 
informações detalhadas sobre o processo de treinamento. Para ver os registros, no console de AWS 
gerenciamento, escolha Logs e, em seguida CloudWatch, escolha o grupo de logs TrainingJobs /
aws/sagemaker/. Cada trabalho de treinamento tem um fluxo de logs por nó no qual foi treinado. O 
nome do fluxo de logs começa com o valor especificado no parâmetro TrainingJobName quando o 
trabalho foi criado.
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Note

Se um trabalho falhar e os registros não aparecerem CloudWatch, é provável que tenha 
ocorrido um erro antes do início do treinamento. Especificar a imagem de treinamento ou o 
local do S3 incorretos pode ser um dos motivos.

O conteúdo dos logs variam de algoritmo para algoritmo. No entanto, você pode normalmente 
encontrar as seguintes informações:

• Confirmação dos argumentos fornecidos no início do log

• Erros que ocorreram durante o treinamento

• Medição da precisão de um algoritmo ou do desempenho numérico

• Cronologia do algoritmo e todos os principais estágios presentes nele

Erros comuns

Se um trabalho de treinamento apresentar falha, alguns detalhes sobre o problema serão fornecidos 
pelo valor de retorno FailureReason na descrição do trabalho de treinamento, da seguinte forma:

sage = boto3.client('sagemaker')
sage.describe_training_job(TrainingJobName=job_name)['FailureReason']

Outros são relatados somente nos CloudWatch registros. Estes são alguns dos erros comuns:

1. Especificação incorreta de um hiperparâmetro ou especificação de um hiperparâmetro inválido 
para o algoritmo.

Do CloudWatch registro

[10/16/2017 23:45:17 ERROR 139623806805824 train.py:48]
Additional properties are not allowed (u'mini_batch_siz' was
unexpected)

2. Especificação de um valor inválido para um hiperparâmetro.

FailureReason

AlgorithmError: u'abc' is not valid under any of the given
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schemas\n\nFailed validating u'oneOf' in
schema[u'properties'][u'feature_dim']:\n    {u'oneOf':
[{u'pattern': u'^([1-9][0-9]*)$', u'type': u'string'},\n
{u'minimum': 1, u'type': u'integer'}]}\

FailureReason

[10/16/2017 23:57:17 ERROR 140373086025536 train.py:48] u'abc'
is not valid under any of the given schemas

3. Formato impreciso do arquivo protobuf.

Do CloudWatch registro

[10/17/2017 18:01:04 ERROR 140234860816192 train.py:48] cannot 
                   copy sequence with size 785 to array axis with dimension 784

Algoritmos integrados do SageMaker para dados tabulares

O Amazon SageMaker fornece algoritmos integrados que são personalizados para a análise de 
dados tabulares. Os dados tabulares se referem a qualquer conjunto de dados organizado em 
tabelas que consistem em linhas (observações) e colunas (atributos). Os algoritmos integrados do 
SageMaker para dados tabulares podem ser usados para problemas de classificação ou regressão.

• AutoGluon-Tabular: uma estrutura de AutoML de código aberto que é bem-sucedida ao agrupar 
modelos e empilhá-los em várias camadas.

• CatBoost: uma implementação do algoritmo de árvores com aumento de gradiente que introduz o 
aumento ordenado e um algoritmo inovador para processar características categóricas.

• Algoritmo de Máquinas de fatoração: é uma extensão de um modelo linear projetado para capturar, 
com baixo custo, as interações entre os atributos presentes em conjuntos de dados esparsos 
altamente dimensionais.

• Algoritmo k-nearest neighbors (k-NN): um método não paramétrico que usa os pontos k rotulados 
mais próximos para atribuir um rótulo a um novo ponto de dados para classificação ou um valor de 
destino previsto a partir da média dos pontos k mais próximos para a regressão.

• LightGBM: uma implementação do algoritmo de árvores com aumento de gradiente que adiciona 
duas novas técnicas para melhorar a eficiência e a escalabilidade: amostragem unilateral baseada 
em gradiente (GOSS) e empacotamento de atributos exclusivos (EFB).
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• Algoritmo de Aprendizagem linear: aprende uma função linear para regressão ou uma função de 
limite linear para classificação.

• TabTransformer: uma arquitetura inovadora de modelagem de dados tabulares profundos 
construída em transformadores baseados em autoatenção.

• Algoritmo XGBoost: uma implementação do algoritmo de árvores com aumento de gradiente que 
combina um conjunto de estimativas a partir de um conjunto de modelos mais simples e menos 
robustos.

Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

Autogluon-
tabular

treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU ou 
GPU 
(somente 
instância 
única)

Não

CatBoost treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU 
(somente 
instância 
única)

Não

Máquinas 
de 
fatoração

treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf

CPU (GPU 
para dados 
densos)

Sim

k-nearest 
-neighbor 
(k-NN)

treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU ou 
GPU 
(disposit 
ivo de 
GPU única 

Sim
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

em uma 
ou mais 
instâncias)

LightGBM treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU 
(somente 
instância 
única)

Não

Aprendiza 
gem linear

treinamen 
to e 
(opcional 
mente) 
validação 
, teste ou 
ambos

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU ou 
GPU

Sim

TabTransf 
ormer

treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU ou 
GPU 
(somente 
instância 
única)

Não

XGBoost 
(0.90-1, 
0.90-2, 
1.0-1, 
1.2-1, 
1.2-21)

treinamen 
to e 
(opcional 
mente) 
validação

Arquivo ou 
Pipe

CSV, 
LibSVM ou 
Parquet

CPU (ou 
GPU para 
1.2-1)

Sim
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AutoGluon-Tabular

AutoGluon-Tabular é uma estrutura AutoML de código aberto popular que treina modelos de 
aprendizado de máquina altamente precisos em um conjunto de dados tabular não processado. 
Ao contrário das estruturas AutoML existentes, que se concentram principalmente na seleção de 
modelos e hiperparâmetros, o AutoGluon -Tabular é bem-sucedido ao agrupar vários modelos e 
empilhá-los em várias camadas.

Como usar SageMaker AutoGluon -Tabular

Você pode usar AutoGluon -Tabular como um algoritmo SageMaker integrado da Amazon. A seção 
a seguir descreve como usar AutoGluon -Tabular com o SDK do Python SageMaker . Para obter 
informações sobre como usar AutoGluon -Tabular na interface do usuário do Amazon SageMaker 
Studio Classic, consulte. SageMaker JumpStart

• Use AutoGluon -Tabular como um algoritmo embutido

Use o algoritmo integrado AutoGluon -Tabular para criar um contêiner de treinamento 
AutoGluon -Tabular, conforme mostrado no exemplo de código a seguir. Você pode identificar 
automaticamente o URI da imagem do algoritmo integrado AutoGluon -Tabular usando a 
SageMaker image_uris.retrieve API (ou a get_image_uri API se estiver usando o SDK do 
Amazon SageMaker Python versão 2).

Depois de especificar o URI da imagem AutoGluon -Tabular, você pode usar o contêiner 
AutoGluon -Tabular para construir um estimador usando a API Estimator e iniciar um trabalho 
de treinamento SageMaker . O algoritmo embutido AutoGluon -Tabular é executado no modo 
script, mas o script de treinamento é fornecido para você e não há necessidade de substituí-lo. 
Se você tiver uma vasta experiência no uso do modo script para criar um trabalho de SageMaker 
treinamento, poderá incorporar seus próprios scripts de treinamento AutoGluon -Tabular.

from sagemaker import image_uris, model_uris, script_uris

train_model_id, train_model_version, train_scope = "autogluon-classification-
ensemble", "*", "training"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the docker image
train_image_uri = image_uris.retrieve( 
    region=None, 
    framework=None, 
    model_id=train_model_id, 
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    model_version=train_model_version, 
    image_scope=train_scope, 
    instance_type=training_instance_type
)

# Retrieve the training script
train_source_uri = script_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 script_scope=train_scope
)

train_model_uri = model_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 model_scope=train_scope
)

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tabular_binary/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
train"
validation_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
validation"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tabular-training"

s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

from sagemaker import hyperparameters

# Retrieve the default hyperparameters for training the model
hyperparameters = hyperparameters.retrieve_default( 
    model_id=train_model_id, model_version=train_model_version
)

# [Optional] Override default hyperparameters with custom values
hyperparameters[ 
    "auto_stack"
] = "True"
print(hyperparameters)

from sagemaker.estimator import Estimator
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from sagemaker.utils import name_from_base

training_job_name = name_from_base(f"built-in-algo-{train_model_id}-training")

# Create SageMaker Estimator instance
tabular_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location
)

# Launch a SageMaker Training job by passing the S3 path of the training data
tabular_estimator.fit( 
    { 
        "training": training_dataset_s3_path, 
        "validation": validation_dataset_s3_path, 
    }, logs=True, job_name=training_job_name
)

Para obter mais informações sobre como configurar o AutoGluon -Tabular como um algoritmo 
incorporado, consulte os exemplos de cadernos a seguir. Qualquer bucket do S3 usado nesses 
exemplos deve estar na mesma região AWS da instância do caderno usada para executá-los.

• Classificação tabular com Amazon SageMaker AutoGluon - Algoritmo tabular

• Regressão tabular com o algoritmo Amazon SageMaker AutoGluon -Tabular

Interface de entrada e saída para o algoritmo AutoGluon -Tabular

O aumento de gradiente trabalha em dados tabulares: as linhas representam as observações, uma 
coluna representa a variável de destino ou rótulo, e as demais colunas representam os atributos.

A SageMaker implementação do AutoGluon -Tabular suporta CSV para treinamento e inferência:

• Para treinamento ContentType, as entradas válidas devem ser text/csv.

• Para inferência ContentType, as entradas válidas devem ser text/csv.
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Note

Para treinamento de CSV, o algoritmo de treinamento pressupõe que a variável de destino 
está na primeira coluna e que o CSV não tem um registro de cabeçalho.
Para inferência de CSV, o algoritmo pressupõe que a entrada do CSV não tem a coluna de 
rótulo.

Formato de entrada para dados de treinamento, dados de validação e recursos categóricos

Lembre-se de como formatar seus dados de treinamento para entrada no modelo AutoGluon -
Tabular. Você precisa fornecer o caminho para um bucket do Amazon S3 que contenha seus dados 
de treinamento e validação. Você também pode incluir uma lista de recursos categóricos. Use os 
canais training e validation para fornecer seus dados de entrada. Como alternativa, você 
pode usar somente o canal training.

Use ambos os canais training e validation

Você pode fornecer seus dados de entrada por meio de dois caminhos S3, um para o canal
training e outro para o canal validation. Cada caminho do S3 pode ser um prefixo do S3 ou 
um caminho completo do S3 apontando para um arquivo CSV específico. As variáveis de destino 
devem estar na primeira coluna do seu arquivo CSV. As variáveis preditoras (atributos) devem estar 
nas colunas restantes. Os dados de validação são usados para calcular uma pontuação de validação 
no final de cada iteração de reforço. A interrupção antecipada é aplicada quando a pontuação de 
validação para de melhorar.

Se seus preditores incluírem recursos categóricos, você poderá fornecer um arquivo JSON nomeado
categorical_index.json no mesmo local do seu arquivo de dados de treinamento. Se você 
fornecer um arquivo JSON para recursos categóricos, seu canal training deverá apontar para um 
prefixo S3 e não para um arquivo CSV específico. Esse arquivo deve conter um dicionário Python 
em que a chave é a string "cat_index_list" e o valor é uma lista de números inteiros exclusivos. 
Cada número inteiro na lista de valores deve indicar o índice da coluna dos recursos categóricos 
correspondentes em seu arquivo CSV de dados de treinamento. Cada valor deve ser um número 
inteiro positivo (maior que zero porque zero representa o valor alvo), menor que o Int32.MaxValue
(2147483647) e menor que o número total de colunas. Só deve haver um arquivo JSON de índice 
categórico.

Use somente o canal training:
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Como alternativa, você pode fornecer seus dados de entrada por meio de um único caminho S3 
para o canal training. Esse caminho do S3 deve apontar para um diretório com um subdiretório 
chamado training/ que contém um arquivo CSV. Opcionalmente, você pode incluir outro 
subdiretório no mesmo local chamado validation/ que também tenha um arquivo CSV. Se os 
dados de validação não forem fornecidos, 20% dos seus dados de treinamento serão amostrados 
aleatoriamente para servir como dados de validação. Se seus preditores incluírem atributos 
categóricos, você poderá fornecer um arquivo JSON nomeado categorical_index.json no 
mesmo local dos seus subsidiretórios.

Note

Para o modo de entrada de treinamento CSV, a memória total disponível para o algoritmo 
(contagem de instância multiplicada pela memória disponível no InstanceType) deve ser 
capaz de conter o conjunto de dados de treinamento.

SageMaker AutoGluon-Tabular usa o autogluon.tabular.TabularPredictor módulo para 
serializar ou desserializar o modelo, que pode ser usado para salvar ou carregar o modelo.

Para usar um modelo treinado com SageMaker AutoGluon -Tabular com a estrutura AutoGluon

• Use o código do Python a seguir:

import tarfile
from autogluon.tabular import TabularPredictor

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = TabularPredictor.load(model_file_path)

# prediction with test data
# dtest should be a pandas DataFrame with column names feature_0, feature_1, ..., 
 feature_d
pred = model.predict(dtest) 
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Recomendação de instância do Amazon EC2 para o algoritmo -Tabular AutoGluon

SageMaker AutoGluon-Tabular oferece suporte ao treinamento de CPU de instância única e GPU 
de instância única. Apesar de os custos por instância serem mais altos, as GPUs treinam mais 
rapidamente, o que as tornam mais econômicas. Para aproveitar o treinamento da GPU, especifique 
o tipo de instância como uma das instâncias da GPU (por exemplo, P3). SageMaker AutoGluon-
Tabular atualmente não oferece suporte ao treinamento de várias GPUs.

AutoGluon-Amostras tabulares de cadernos

A tabela a seguir descreve uma variedade de exemplos de notebooks que abordam diferentes casos 
de uso do algoritmo Amazon SageMaker AutoGluon -Tabular.

Título do caderno Descrição

Classificação tabular com Amazon SageMaker 
AutoGluon - Algoritmo tabular

Este notebook demonstra o uso do algoritmo 
Amazon SageMaker AutoGluon -Tabular para 
treinar e hospedar um modelo de classificação 
tabular.

Regressão tabular com o algoritmo Amazon 
SageMaker AutoGluon -Tabular

Este notebook demonstra o uso do algoritmo 
Amazon SageMaker AutoGluon -Tabular para 
treinar e hospedar um modelo de regressão 
tabular.

Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode 
usar para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker Notebook
Depois de criar uma instância do notebook e abri-la, escolha a guia SageMakerExemplos para ver 
uma lista de todas as SageMaker amostras. Para abrir um caderno, escolha sua guia Use (Uso) e 
depois escolha Create copy (Criar cópia).

Como funciona o AutoGluon -Tabular

AutoGluon-Tabular executa métodos avançados de processamento de dados, aprendizado profundo 
e conjunto de modelos em várias camadas. Reconhece automaticamente o tipo de dados em cada 
coluna para um pré-processamento robusto de dados, incluindo tratamento especial de campos de 
texto.
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AutoGluon se adapta a vários modelos, desde árvores off-the-shelf reforçadas até redes neurais 
personalizadas. Esses modelos são agrupados de uma maneira inovadora: os modelos são 
empilhados em várias camadas e treinados em camadas, garantindo que os dados brutos possam 
ser traduzidos em previsões de alta qualidade dentro de uma determinada restrição de tempo. Esse 
processo reduz o sobreajuste dividindo os dados de várias maneiras com um acompanhamento 
cuidadoso dos exemplos. out-of-fold

O algoritmo AutoGluon -Tabular tem um bom desempenho em competições de aprendizado de 
máquina devido ao seu tratamento robusto de uma variedade de tipos de dados, relacionamentos 
e distribuições. Você pode usar AutoGluon -Tabular para problemas de regressão, classificação 
(binária e multiclasse) e classificação.

Consulte o diagrama a seguir que ilustra como a estratégia de empilhamento de várias camadas 
funciona.

Para obter mais informações, consulte AutoGluon-Tabular: AutoML robusto e preciso para dados 
estruturados.

AutoGluon-Hiperparâmetros tabulares

A tabela a seguir contém o subconjunto de hiperparâmetros que são necessários ou mais 
comumente usados para o algoritmo Amazon SageMaker AutoGluon -Tabular. Os usuários definem 
esses parâmetros para facilitar a estimativa dos parâmetros do modelo a partir dos dados. O 
algoritmo SageMaker AutoGluon -Tabular é uma implementação do pacote -Tabular de código 
abertoAutoGluon.
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Note

Os hiperparâmetros padrão são baseados em conjuntos de dados de exemplo no
AutoGluon-Amostras tabulares de cadernos.

Por padrão, o algoritmo SageMaker AutoGluon -Tabular escolhe automaticamente uma métrica de 
avaliação com base no tipo de problema de classificação. O algoritmo detecta o tipo de problema 
de classificação com base no número de rótulos nos seus dados. Para problemas de regressão, 
a métrica de avaliação é a raiz do erro quadrático médio. Para problemas de classificação binária, 
a métrica de avaliação é a área sob a curva característica de operação do receptor (AUC). Para 
problemas de classificação multiclasse, a métrica de avaliação é a precisão. Você pode usar o 
hiperparâmetro eval_metric para alterar a métrica de avaliação padrão. Consulte a tabela a seguir 
para obter mais informações sobre hiperparâmetros AutoGluon -Tabulares, incluindo descrições, 
valores válidos e valores padrão.

Nome do parâmetro Descrição

eval_metric A métrica de avaliação para os dados de validação. Se
eval_metric  for definido como o valor padrão "auto", o 
algoritmo escolherá automaticamente uma métrica de avaliação 
com base no tipo de problema de classificação:

• "root_mean_squared_error"  para regressão

• "roc_auc"  para classificação binária

• "accuracy"  para classificação de várias classes

Valores válidos: string, consulte a AutoGluon documentação
para valores válidos.

Valor padrão: "auto".

presets Lista de configurações predefinidas para vários argumentos em
fit().

• "best_quality" : alta precisão preditiva, tempos de 
inferência mais lentos e maior uso do disco
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Nome do parâmetro Descrição

• "high_quality" : alta precisão preditiva e inferência 
rápida

• "good_quality" : boa precisão preditiva e inferência muito 
rápida

• "medium_quality" : precisão preditiva média, inferência e 
tempo de treinamento muito rápidos

• "optimize_for_deployment" : exclua modelos não 
utilizados e remova artefatos de treinamento

• "interpretable" : ajusta-se apenas a modelos interpret 
áveis baseados em regras do pacote imodels

Para obter mais detalhes, consulte AutoGluon Preditores.

Valores válidos: string, qualquer um dos seguintes ("best_qua 
lity" , "high_quality" , good_quality" , "medium_q 
uality" , "optimize_for_deployment" ,  or 
"interpretable" ).

Valor padrão: "medium_quality" .

auto_stack Se AutoGluon deve utilizar automaticamente o ensacamen 
to e o conjunto de pilhas de várias camadas para aumentar a 
precisão preditiva. Defina auto_stack  como "True" se você 
está disposto a tolerar tempos de treinamento mais longos para 
maximizar a precisão preditiva. Isso define automaticamente 
os argumentos num_bag_folds  e num_stack_levels
baseado nas propriedades do conjunto de dados.

Valores válidos: string: "True" ou "False".

Valor padrão: "False".
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Nome do parâmetro Descrição

num_bag_folds Número de dobras usadas para ensacamento dos modelos. 
Quando num_bag_folds  é igual a k, o tempo de treinamen 
to é aproximadamente aumentado em um fator de k. Defina
num_bag_folds  como 0 para desativar o ensacamen 
to. Isso está desativado por padrão, mas recomendamos o 
uso de valores entre 5 e 10 para maximizar o desempenho 
preditivo. O aumento de num_bag_folds  resulta em modelos 
com menor viés, mas que são mais propensos a sobreajus 
tes. Um é um valor inválido para esse parâmetro e gerará 
um ValueError . Valores maiores que 10 podem produzir 
retornos decrescentes e até mesmo prejudicar os resultado 
s gerais devido ao sobreajuste. Para melhorar ainda mais as 
previsões, evite aumentar num_bag_folds  e, em vez disso, 
aumente num_bag_sets .

Valores válidos: string, qualquer número inteiro entre (e 
incluindo) "0" e "10".

Valor padrão: "0".

num_bag_sets Número de repetições do ensacamento de kfold a serem 
realizadas (os valores devem ser maiores ou iguais a 1). O 
número total de modelos treinados durante o ensacamento é 
igual a num_bag_folds  * num_bag_sets . Este parâmetro 
é padronizado como um se time_limit  não for especific 
ado. Este parâmetro é desativado se num_bag_folds  não for 
especificado. Valores maiores que um resultam em desempenh 
o preditivo superior, especialmente em problemas menores e 
com empilhamento habilitado.

Valores válidos: inteiro, intervalo: [1, 20].

Valor padrão: 1.
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Nome do parâmetro Descrição

num_stack_levels Número de níveis de empilhamento a serem usados no conjunto 
de pilhas. Aumenta aproximadamente o tempo de treinamento 
de modelos em um fator de num_stack_levels  + 1. Defina 
esse parâmetro como 0 para desativar o agrupamento de pilhas. 
Este parâmetro está desativado por padrão, mas recomenda 
mos usar valores entre 1 e 3 para maximizar o desempenh 
o preditivo. Para evitar o sobreajuste e a ValueError ,
num_bag_folds  deve ser maiores ou iguais a 2.

Valores válidos: flutuante, intervalo: [0, 3].

Valor padrão: 0.

refit_full Se deve ou não treinar novamente todos os modelos em todos 
os dados (treinamento e validação) após o procedimento normal 
de treinamento. Para obter mais detalhes, consulte AutoGluon 
Preditores.

Valores válidos: string: "True" ou "False".

Valor padrão: "False".

set_best_to_refit_ 
full

Se deve ou não alterar o modelo padrão que o preditor usa 
para previsão. Se set_best_to_refit_full  estiver 
definido como "True", o modelo padrão mudará para o modelo 
que exibiu a maior pontuação de validação como resultado da 
remontagem (ativada por refit_full ). Válido somente se
refit_full  estiver definido.

Valores válidos: String: "True" ou "False".

Valor padrão: "False".
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Nome do parâmetro Descrição

save_space Se deve ou não reduzir a memória e o tamanho do disco 
do preditor, excluindo arquivos de modelo auxiliares que 
não são necessários para previsão de novos dados. Isso 
não tem impacto na precisão da inferência. Recomendamos 
definir save_space  como "True" se o único objetivo é 
usar o modelo treinado para previsão. Certas funcionalidades 
avançadas podem não estar mais disponíveis save_space  se 
estiverem definidas como "True". Consulte a documentação
predictor.save_space()  para obter mais detalhes.

Valores válidos: string: "True" ou "False".

Valor padrão: "False".

verbosity A verbosidade das mensagens impressas. Os níveis
verbosity  variam de 0 a 4, com níveis mais altos correspon 
dendo a instruções de impressão mais detalhadas. Um
verbosity  de 0 suprime os avisos.

Valores válidos: número inteiro, qualquer um dos seguintes: (0,
1, 2, 3 ou 4).

Valor padrão: 2.

Ajustando um modelo AutoGluon -tabular

Embora o AutoGluon -Tabular possa ser usado com o ajuste do modelo, seu design pode oferecer 
um bom desempenho usando métodos de empilhamento e conjunto, o que significa que a otimização 
de hiperparâmetros não é necessária. Em vez de se concentrar no ajuste do modelo, o AutoGluon -
Tabular consegue empilhar modelos em várias camadas e treinar em camadas.

Para obter mais informações sobre hiperparâmetros AutoGluon -Tabulares, consulte. AutoGluon-
Hiperparâmetros tabulares
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CatBoost

CatBoosté uma implementação de código aberto popular e de alto desempenho do algoritmo 
Gradient Boosting Decision Tree (GBDT). GBDT é um algoritmo de aprendizado supervisionado que 
tenta prever com precisão uma variável de destino. Para isso, combina um grupo de estimativas de 
um conjunto de modelos mais simples e mais fracos.

CatBoost introduz dois avanços algorítmicos críticos no GBDT:

1. A implementação do aumento ordenado, uma alternativa baseada em permutação ao algoritmo 
clássico

2. Um algoritmo inovador para processar recursos categóricos

Ambas as técnicas foram criadas para combater uma mudança de previsão causada por um tipo 
especial de vazamento de alvo presente em todas as implementações atualmente existentes de 
algoritmos de aumento de gradiente.

Como usar SageMaker CatBoost

Você pode usar CatBoost como um algoritmo SageMaker integrado da Amazon. A seção a 
seguir descreve como usar CatBoost com o SDK do SageMaker Python. Para obter informações 
sobre como usar a interface CatBoost do usuário do Amazon SageMaker Studio Classic, 
consulteSageMaker JumpStart.

• Use CatBoost como um algoritmo embutido

Use o algoritmo CatBoost integrado para criar um contêiner CatBoost de treinamento, conforme 
mostrado no exemplo de código a seguir. Você pode identificar automaticamente o URI CatBoost 
integrado da imagem do algoritmo usando a SageMaker image_uris.retrieve API (ou a
get_image_uri API se estiver usando o SDK do Amazon SageMaker Python versão 2).

Depois de especificar o URI da CatBoost imagem, você pode usar o CatBoost contêiner para 
criar um estimador usando a API Estimator e SageMaker iniciar um trabalho de treinamento. 
O algoritmo CatBoost incorporado é executado no modo script, mas o script de treinamento é 
fornecido para você e não há necessidade de substituí-lo. Se você tiver uma vasta experiência 
no uso do modo script para criar um trabalho de SageMaker treinamento, poderá incorporar seus 
próprios scripts de CatBoost treinamento.

from sagemaker import image_uris, model_uris, script_uris
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train_model_id, train_model_version, train_scope = "catboost-classification-model", 
 "*", "training"
training_instance_type = "ml.m5.xlarge"

# Retrieve the docker image
train_image_uri = image_uris.retrieve( 
    region=None, 
    framework=None, 
    model_id=train_model_id, 
    model_version=train_model_version, 
    image_scope=train_scope, 
    instance_type=training_instance_type
)

# Retrieve the training script
train_source_uri = script_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 script_scope=train_scope
)

train_model_uri = model_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 model_scope=train_scope
)

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tabular_multiclass/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
train"
validation_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
validation"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tabular-training"

s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

from sagemaker import hyperparameters

# Retrieve the default hyperparameters for training the model
hyperparameters = hyperparameters.retrieve_default( 
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    model_id=train_model_id, model_version=train_model_version
)

# [Optional] Override default hyperparameters with custom values
hyperparameters[ 
    "iterations"
] = "500"
print(hyperparameters)

from sagemaker.estimator import Estimator
from sagemaker.utils import name_from_base

training_job_name = name_from_base(f"built-in-algo-{train_model_id}-training")

# Create SageMaker Estimator instance
tabular_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location
)

# Launch a SageMaker Training job by passing the S3 path of the training data
tabular_estimator.fit( 
    { 
        "training": training_dataset_s3_path, 
        "validation": validation_dataset_s3_path, 
    }, logs=True, job_name=training_job_name
)

Para obter mais informações sobre como configurar CatBoost como um algoritmo incorporado, 
consulte os exemplos de cadernos a seguir.

• Classificação tabular com Amazon SageMaker LightGBM e algoritmo CatBoost

• Regressão tabular com Amazon SageMaker LightGBM e algoritmo CatBoost
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Interface de entrada e saída para o CatBoost algoritmo

O aumento de gradiente trabalha em dados tabulares: as linhas representam as observações, uma 
coluna representa a variável de destino ou rótulo, e as demais colunas representam os atributos.

A SageMaker implementação do CatBoost suporte CSV para treinamento e inferência:

• Para treinamento ContentType, as entradas válidas devem ser text/csv.

• Para inferência ContentType, as entradas válidas devem ser text/csv.

Note

Para treinamento de CSV, o algoritmo de treinamento pressupõe que a variável de destino 
está na primeira coluna e que o CSV não tem um registro de cabeçalho.
Para inferência de CSV, o algoritmo pressupõe que a entrada do CSV não tem a coluna de 
rótulo.

Formato de entrada para dados de treinamento, dados de validação e recursos categóricos

Lembre-se de como formatar seus dados de treinamento para serem inseridos no CatBoost modelo. 
Você precisa fornecer o caminho para um bucket do Amazon S3 que contenha seus dados de 
treinamento e validação. Você também pode incluir uma lista de recursos categóricos. Use os canais
training e validation para fornecer seus dados de entrada. Como alternativa, você pode usar 
somente o canal training.

Use ambos os canais training e validation

Você pode fornecer seus dados de entrada por meio de dois caminhos S3, um para o canal
training e outro para o canal validation. Cada caminho do S3 pode ser um prefixo do S3 que 
aponta para um ou mais arquivos CSV ou um caminho completo do S3 apontando para um arquivo 
CSV específico. As variáveis de destino devem estar na primeira coluna do seu arquivo CSV. As 
variáveis preditoras (atributos) devem estar nas colunas restantes. Se vários arquivos CSV forem 
fornecidos para os validation canais training ou, o CatBoost algoritmo concatena os arquivos. 
Os dados de validação são usados para calcular uma pontuação de validação no final de cada 
iteração de reforço. A interrupção antecipada é aplicada quando a pontuação de validação para de 
melhorar.
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Se seus preditores incluírem atributos categóricos, você poderá fornecer um arquivo JSON nomeado
categorical_index.json no mesmo local do arquivo ou arquivos de dados de treinamento. Se 
você fornecer um arquivo JSON para recursos categóricos, seu canal training deverá apontar 
para um prefixo S3 e não para um arquivo CSV específico. Esse arquivo deve conter um dicionário 
Python em que a chave é a string "cat_index_list" e o valor é uma lista de números inteiros 
exclusivos. Cada número inteiro na lista de valores deve indicar o índice da coluna dos recursos 
categóricos correspondentes em seu arquivo CSV de dados de treinamento. Cada valor deve ser 
um número inteiro positivo (maior que zero porque zero representa o valor alvo), menor que o
Int32.MaxValue (2147483647) e menor que o número total de colunas. Só deve haver um arquivo 
JSON de índice categórico.

Use somente o canal training:

Como alternativa, você pode fornecer seus dados de entrada por meio de um único caminho 
S3 para o canal training. Esse caminho do S3 deve apontar para um diretório com um 
subdiretório chamado training/ que contém um ou mais arquivos CSV. Opcionalmente, você 
pode incluir outro subdiretório no mesmo local chamado validation/ que também tenha um 
ou mais arquivos CSV. Se os dados de validação não forem fornecidos, 20% dos seus dados 
de treinamento serão amostrados aleatoriamente para servir como dados de validação. Se seus 
preditores incluírem atributos categóricos, você poderá fornecer um arquivo JSON nomeado
categorical_index.json no mesmo local dos seus subsidiretórios.

Note

Para o modo de entrada de treinamento CSV, a memória total disponível para o algoritmo 
(contagem de instância multiplicada pela memória disponível no InstanceType) deve ser 
capaz de conter o conjunto de dados de treinamento.

SageMaker CatBoost usa os catboost.CatBoostRegressor módulos
catboost.CatBoostClassifier e para serializar ou desserializar o modelo, que pode ser usado 
para salvar ou carregar o modelo.

Para usar um modelo treinado SageMaker CatBoost com catboost

• Use o código do Python a seguir:

import tarfile
from catboost import CatBoostClassifier
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t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

file_path = os.path.join(model_file_path, "model")
model = CatBoostClassifier()
model.load_model(file_path)

# prediction with test data
# dtest should be a pandas DataFrame with column names feature_0, feature_1, ..., 
 feature_d
pred = model.predict(dtest) 

Recomendação de instância do Amazon EC2 para o algoritmo CatBoost

SageMaker CatBoost atualmente, apenas trens usando CPUs. CatBoost é um algoritmo limitado à 
memória (em oposição ao limitado à computação). Portanto, uma instância de computação de uso 
geral (por exemplo, M5) é uma opção melhor do que uma instância otimizada para computação (por 
exemplo, C5). Além disso, recomendamos que você tenha memória total suficiente em instâncias 
específicas para armazenar os dados de treinamento.

CatBoost cadernos de amostra

A tabela a seguir descreve uma variedade de exemplos de notebooks que abordam diferentes casos 
de uso do algoritmo da Amazon SageMaker CatBoost .

Título do caderno Descrição

Classificação tabular com Amazon SageMaker 
LightGBM e algoritmo CatBoost

Este notebook demonstra o uso do SageMaker 
CatBoost algoritmo da Amazon para treinar e 
hospedar um modelo de classificação tabular.

Regressão tabular com Amazon SageMaker 
LightGBM e algoritmo CatBoost

Este notebook demonstra o uso do SageMaker 
CatBoost algoritmo da Amazon para treinar e 
hospedar um modelo de regressão tabular.

Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode 
usar para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker Notebook
Depois de criar uma instância do notebook e abri-la, escolha a guia SageMakerExemplos para ver 
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uma lista de todas as SageMaker amostras. Para abrir um caderno, escolha sua guia Use (Uso) e 
depois escolha Create copy (Criar cópia).

Como CatBoost funciona

CatBoost implementa um algoritmo convencional de Árvore de Decisão de Aumento de Gradiente 
(GBDT) com a adição de dois avanços algorítmicos críticos:

1. A implementação do aumento ordenado, uma alternativa baseada em permutação ao algoritmo 
clássico

2. Um algoritmo inovador para processar recursos categóricos

Ambas as técnicas foram criadas para combater uma mudança de previsão causada por um tipo 
especial de vazamento de alvo presente em todas as implementações atualmente existentes de 
algoritmos de aumento de gradiente.

O CatBoost algoritmo tem um bom desempenho em competições de aprendizado de máquina devido 
ao gerenciamento robusto de uma variedade de tipos de dados, relacionamentos, distribuições e à 
diversidade de hiperparâmetros que você pode ajustar. Você pode usar CatBoost para problemas de 
regressão, classificação (binária e multiclasse) e classificação.

Para obter mais informações sobre aumento de gradiente, consulte Como o XGBoost funciona. 
Para obter detalhes detalhados sobre as técnicas adicionais de GOSS e EFB usadas no CatBoost 
método, consulte CatBoost: aumento imparcial com recursos categóricos.

CatBoost hiperparâmetros

A tabela a seguir contém o subconjunto de hiperparâmetros que são necessários ou mais 
comumente usados para o algoritmo da Amazon SageMaker CatBoost . Os usuários definem esses 
parâmetros para facilitar a estimativa dos parâmetros do modelo a partir dos dados. O SageMaker 
CatBoost algoritmo é uma implementação do CatBoostpacote de código aberto.

Note

Os hiperparâmetros padrão são baseados em conjuntos de dados de exemplo no CatBoost 
cadernos de amostra.

Por padrão, o SageMaker CatBoost algoritmo escolhe automaticamente uma métrica de avaliação e 
uma função de perda com base no tipo de problema de classificação. O CatBoost algoritmo detecta 
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o tipo de problema de classificação com base no número de rótulos em seus dados. Para problemas 
de regressão, a métrica de avaliação e as funções de perda são, ambas, a raiz do erroquadrático 
médio. Para problemas de classificação binária, a métrica de avaliação é Área sob a curva (AUC) 
e a função de perda é perda de log. Para problemas de classificação multiclasse, a métrica de 
avaliação e as funções de perda são entropia cruzada multiclasse. Você pode usar o hiperparâmetro
eval_metric para alterar a métrica de avaliação padrão. Consulte a tabela a seguir para obter 
mais informações sobre os hiperparâmetros do LightGBM, incluindo descrições, valores válidos e 
valores padrão.

Nome do parâmetro Descrição

iterations O número máximo de árvores que podem ser construídas.

Valores válidos: inteiro, intervalo: inteiro positivo.

Valor padrão: 500.

early_stopping_rou 
nds

O treinamento será interrompido se uma métrica de um 
ponto de dados de validação não melhorar na última rodada
early_stopping_rounds . Se early_stopping_rou 
nds  for menor ou igual a zero, esse hiperparâmetro será 
ignorado.

Valores válidos: inteiro.

Valor padrão: 5.

eval_metric A métrica de avaliação para os dados de validação. Se
eval_metric  for definido como o valor padrão "auto", o 
algoritmo escolherá automaticamente uma métrica de avaliação 
com base no tipo de problema de classificação:

• "RMSE" para regressão

• "AUC" para classificação binária

• "MultiClass"  para classificação de várias classes

Valores válidos: string, consulte a CatBoost documentação para 
valores válidos.
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Nome do parâmetro Descrição

Valor padrão: "auto".

learning_rate A taxa na qual os pesos do modelo são atualizados depois de 
analisar cada lote de exemplos de treinamento.

Valores válidos: flutuante, intervalo: (0.0, 1.0).

Valor padrão: 0.009.

depth Profundidade da árvore.

Valores válidos: flutuante. Intervalo: (1, 16).

Valor padrão: 6.

l2_leaf_reg Coeficiente para o termo de regularização L2 da função de 
custo.

Valores válidos: inteiro, intervalo: inteiro positivo.

Valor padrão: 3.

random_strength A quantidade de aleatoriedade a ser usada para dividir a 
pontuação quando a estrutura da árvore é selecionada. Use 
esse parâmetro para evitar o ajuste excessivo do modelo.

Valores válidos: flutuante, intervalo: número de ponto flutuante 
positivo.

Valor padrão: 1.0.

max_leaves O número máximo de folhas na árvore resultante. Só pode ser 
usado com a política de crescimento "Lossguide" .

Valores válidos: inteiro, Intervalo: [2, 64].

Valor padrão: 31.
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Nome do parâmetro Descrição

rsm Método de subespaço aleatório. A porcentagem de atributos a 
serem usados em cada seleção dividida, quando os atributos 
são selecionados aleatoriamente outra vez.

Valores válidos: flutuante. Intervalo: (0.0, 1.0].

Valor padrão: 1.0.

sampling_frequency Frequência para amostrar pesos e objetos ao construir árvores.

Valores válidos: string, ou: ("PerTreeLevel"  ou "PerTree"
).

Valor padrão: "PerTreeLevel" .

min_data_in_leaf O número mínimo de amostras de treinamento em uma folha. 
CatBoost não procura novas divisões em folhas com uma 
contagem de amostras menor que o valor especificado. Só pode 
ser usado com as políticas de crescimento "Lossguide"  e
"Depthwise" .

Valores válidos: inteiro, Intervalo: (1 ou ∞).

Valor padrão: 1.

bagging_temperature Define as configurações do bootstrap bayesiano. Use o 
bootstrap bayesiano para atribuir pesos aleatórios aos objetos. 
Se bagging_temperature  estiver definido como 1.0, os 
pesos serão amostrados a partir de uma distribuição exponenci 
al. Se bagging_temperature  estiver definido como 0.0, 
todos os pesos serão 1,0.

Valores válidos: flutuante, intervalo: flutuante não negativo.

Valor padrão: 1.0.

Usar algoritmos internos 2755



Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Descrição

boosting_type O esquema de reforço. “Auto” significa que boosting_type
é selecionado com base no tipo de unidade de processamento, 
no número de objetos no conjunto de dados de treinamento e no 
modo de aprendizagem selecionado.

Valores válidos: string, qualquer um dos seguintes: ("Auto",
"Ordered" , "Plain").

Valor padrão: "Auto".

scale_pos_weight O peso da classe positiva na classificação binária. O valor é 
usado como um multiplicador para os pesos dos objetos da 
classe positiva.

Valores válidos: flutuante, intervalo: flutuante positivo.

Valor padrão: 1.0.

max_bin O número de divisões para atributos numéricos.
"Auto"significa que max_bin é selecionado com base no tipo 
de unidade de processamento e em outros parâmetros. Para 
obter detalhes, consulte a CatBoost documentação.

Valores válidos: string, either: ("Auto" ou string de inteiro de
"1" até "65535" inclusivamente).

Valor padrão: "Auto".

grow_policy A política de crescimento de árvores. Define como realizar a 
construção de árvores gananciosas.

Valores válidos: string, qualquer um dos seguintes: ("Symmetri 
cTree" , "Depthwise"  ou "Lossguide" ).

Valor padrão: "SymmetricTree" .
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Nome do parâmetro Descrição

random_seed A semente aleatória usada para treinamento.

Valores válidos: inteiro, intervalo: inteiro não negativo.

Valor padrão: 1.0.

thread_count O número de threads a serem usados durante o treinamento. Se
thread_count  for-1, então o número de threads é igual ao 
número de núcleos do processador. thread_count  não pode 
ser0.

Valores válidos: número inteiro: (ou número inteiro positivo)-1.

Valor padrão: -1.

verbose A verbosidade das mensagens impressas, com níveis mais altos 
correspondendo a declarações impressas mais detalhadas.

Valores válidos: inteiro, intervalo: inteiro positivo.

Valor padrão: 1.

Ajustar um CatBoost modelo

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados de treinamento e validação. O ajuste do modelo se concentra nos 
seguintes hiperparâmetros:

Note

A função de perda de aprendizagem é atribuída automaticamente com base no tipo de tarefa 
de classificação, que é determinado pelo número de números inteiros exclusivos na coluna 
do rótulo. Para ter mais informações, consulte CatBoost hiperparâmetros.

• uma função de aprendizado para otimizar durante o treinamento do modelo
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• Uma métrica de avaliação usada para avaliar o desempenho do modelo durante a validação

• Um conjunto de hiperparâmetros e uma faixa de valores para cada um usar ao ajustar o modelo 
automaticamente

O ajuste de modelo automático pesquisa os seus hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica escolhida.

Note

O ajuste automático do modelo para CatBoost está disponível somente nos SageMaker 
SDKs da Amazon, não no SageMaker console.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas de avaliação calculadas pelo algoritmo CatBoost

O SageMaker CatBoost algoritmo calcula as seguintes métricas para usar na validação do modelo. A 
métrica de avaliação é atribuída automaticamente com base no tipo de tarefa de classificação, que é 
determinado pelo número de números inteiros exclusivos na coluna do rótulo.

Nome da métrica Descrição Direção de 
otimização

Padrão Regex

RMSE erro quadrático médio da raiz minimizar "bestTest 
= ([0-9\\.] 
+)"

MAE erro absoluto médio minimizar "bestTest 
= ([0-9\\.] 
+)"

MedianAbs 
oluteError

erro absoluto mediano minimizar "bestTest 
= ([0-9\\.] 
+)"
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Nome da métrica Descrição Direção de 
otimização

Padrão Regex

R2 pontuação r2 maximizar "bestTest 
= ([0-9\\.] 
+)"

Logloss entropia cruzada binária maximizar "bestTest 
= ([0-9\\.] 
+)"

Precision precisão maximizar "bestTest 
= ([0-9\\.] 
+)"

Recall recall maximizar "bestTest 
= ([0-9\\.] 
+)"

F1 pontuação de f1 maximizar "bestTest 
= ([0-9\\.] 
+)"

AUC pontuação de auc maximizar "bestTest 
= ([0-9\\.] 
+)"

MultiClass entropia cruzada multiclasse maximizar "bestTest 
= ([0-9\\.] 
+)"

Accuracy precisão maximizar "bestTest 
= ([0-9\\.] 
+)"

BalancedA 
ccuracy

precisão balanceada maximizar "bestTest 
= ([0-9\\.] 
+)"
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Hiperparâmetros ajustáveis CatBoost

Ajuste o CatBoost modelo com os seguintes hiperparâmetros. Os hiperparâmetros que têm 
o maior efeito na otimização das métricas de CatBoost avaliação são:learning_rate,
depthl2_leaf_reg, e. random_strength Para obter uma lista de todos os CatBoost 
hiperparâmetros, consulteCatBoost hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRanges MinValue: 0,001, 
MaxValue: 0,01

depth IntegerParameterRanges MinValue: 4, 
MaxValue 10

l2_leaf_reg IntegerParameterRanges MinValue: 2, 
MaxValue 10

random_strength ContinuousParameterRanges MinValue: 0, 
MaxValue 10

Algoritmo de Máquinas de fatoração

O algoritmo de máquinas de fatoração é um algoritmo de aprendizado supervisionado de uso geral 
que pode ser usado para tarefas de classificação e regressão. É uma extensão de um modelo 
linear projetado para capturar, com baixo custo, as interações entre os recursos presentes em 
conjuntos de dados esparsos altamente dimensionais. Por exemplo, em um sistema de previsão de 
cliques, o modelo de máquinas de fatoração pode capturar padrões de taxa de cliques observados 
quando anúncios de uma determinada categoria de anúncios são colocados em páginas de uma 
determinada categoria de páginas. As máquinas de fatoração são uma boa opção para tarefas que 
lidam com conjuntos de dados esparsos altamente dimensionais, como a previsão de cliques e a 
recomendação de itens.

Note

A implementação do algoritmo Factorization Machines do Amazon SageMaker considera 
apenas interações de pares (2ª ordem) entre recursos.
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Tópicos

• Interface de entrada/saída para o algoritmo de Máquinas de fatoração

• Recomendação de instâncias do EC2 para o algoritmo de máquinas de fatoração

• Blocos de anotações de amostra de Máquinas de fatoração

• Como funcionam as máquinas de fatoração

• Hiperparâmetros das máquinas de fatoração

• Ajustar um modelo de Máquinas de fatoração

• Formatos de resposta de máquinas de fatoração

Interface de entrada/saída para o algoritmo de Máquinas de fatoração

O algoritmo de máquinas de fatoração pode ser executado no modo de classificação binária ou no 
modo de regressão. Em cada modo, um conjunto de dados pode ser fornecido para o canal de teste
com um conjunto de dados de treinamento. A pontuação depende do modo usado. No modo de 
regressão, o conjunto de dados de teste é pontuado com a métrica RMSE (raiz do erro quadrático 
médio). No modo de classificação binária, o conjunto de dados de teste é pontuado com as métricas 
de entropia cruzada binária (perda de log), de precisão (no limite = 0,5) e de pontuação F1 (no limite 
= 0,5).

Para treinamento, o algoritmo de máquinas de fatoração atualmente é compatível apenas 
com o formato recordIO-protobuf com tensores Float32. Como seu caso de uso é 
predominantemente em dados esparsos, o formato CSV não é uma bom opção. Treinamentos nos 
modo de Arquivo e Pipe são compatíveis para protobuf encapsulado em recordIO.

Para inferência, o algoritmo de máquinas de fatoração é compatível com os formatos
application/json e x-recordio-protobuf.

• Para o problema de classificação binária, o algoritmo prevê uma pontuação e um rótulo. O rótulo 
é um número e pode ser 0 ou 1. A pontuação é um número que indica com que intensidade 
o algoritmo acredita que o rótulo deve ser 1. O algoritmo calcula primeiro a pontuação e, em 
seguida, deriva o rótulo do valor da pontuação. Se a pontuação for maior ou igual a 0,5, o rótulo é
1.

• Para o problema de regressão, apenas uma pontuação é retornada e é o valor previsto. Por 
exemplo, se Máquinas de fatoração forem usadas para prever uma avaliação de filme, a 
pontuação será o valor de avaliação previsto.
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Para obter mais detalhes sobre os formatos de arquivo para inferência e treinamento, consulte
Blocos de anotações de amostra de Máquinas de fatoração.

Recomendação de instâncias do EC2 para o algoritmo de máquinas de fatoração

O algoritmo de máquinas de fatoração do Amazon SageMaker é altamente escalável e pode treinar 
em instâncias distribuídas. Recomendamos que o treinamento e a inferência sejam feitos com 
instâncias de CPU para conjuntos de dados esparsos e densos. Em algumas circunstâncias, o 
treinamento com uma ou mais GPUs em dados densos pode fornecer algumas vantagens. O 
treinamento com GPUs está disponível somente em dados densos. Use instâncias de CPU para 
dados esparsos. O algoritmo de máquinas de fatoração oferece suporte às instâncias de P2, P3, 
G4dn e G5 para treinamento e inferência.

Blocos de anotações de amostra de Máquinas de fatoração

Para obter um caderno de exemplo que usa o algoritmo de máquinas de fatoração SageMaker para 
analisar as imagens de dígitos manuscritos de zero a nove no conjunto de dados MNIST, consulte
Uma introdução às máquinas de fatoração com MNIST. Para obter instruções sobre como criar e 
acessar instâncias do bloco de anotações Jupyter que você pode usar para executar o exemplo no 
SageMaker, consulte Instâncias do Amazon SageMaker Notebook. Depois de criar uma instância do 
bloco de anotações Jupyter e abri-la, selecione a guia Exemplos do SageMaker para ver uma lista 
de todas as amostras do SageMaker. Cadernos de exemplo que usam o algoritmo de máquinas de 
fatoração estão localizados na seção Introdução a algoritmos da Amazon. Para abrir um bloco de 
anotações, clique em sua guia Use (Uso) e selecione Create copy (Criar cópia).

Como funcionam as máquinas de fatoração

A tarefa de previsão para um modelo de máquina de fatoração é estimar uma função ŷ de um 
conjunto de recursos xi para um domínio de destino. Esse domínio é de valor real para regressão e 
binário para classificação. O modelo Factorization Machines é supervisionado e portanto possui um 
conjunto de dados de treinamento (xi,yj) disponível. As vantagens desse modelo estão na maneira 
como ele usa uma parametrização fatorada para capturar as interações de recursos par a par. Ele 
pode ser representado matematicamente da seguinte maneira:

Os três termos nesta equação correspondem respectivamente aos três componentes do modelo:

• O termo w0 representa a polarização global.
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• Os wi termos lineares modelam a força da i-ésima variável.

• Os termos de fatoração <vi,vj> modelam a interação de pares entre a i-ésima e a j-ésima variáveis.

Os termos de polaridade global e lineares são os mesmos que os de um modelo linear. As 
interações de recursos par a par são modeladas no terceiro termo como o produto interno dos 
fatores correspondentes aprendidos para cada recurso. Os fatores aprendidos também podem 
ser considerados vetores de incorporação para cada recurso. Por exemplo, em uma tarefa de 
classificação, se um par de recursos tendesse a co-ocorrer com mais frequência em amostras 
rotuladas positivas, o produto interno de seus fatores seria grande. Em outras palavras, os vetores 
de incorporação estariam próximos uns dos outros em uma similaridade de cosseno. Para obter mais 
informações sobre o modelo de máquinas de fatoração, consulte Máquinas de fatoração.

Para tarefas de regressão, o modelo é treinado minimizando o erro quadrático entre a previsão do 
modelo ŷn e o valor de destino yn. Isso é conhecido como perda quadrada:

Para uma tarefa de classificação, o modelo é treinado minimizando a perda de entropia cruzada, 
também conhecida como perda de log:

em que:

Para obter mais informações sobre funções de perda para classificação, consulte Funções de perda 
para classificação.

Hiperparâmetros das máquinas de fatoração

A tabela a seguir contém os hiperparâmetros para o algoritmo de máquinas de fatoração. Esses 
parâmetros são definidos pelos usuários para facilitar a estimativa dos parâmetros do modelo a 
partir dos dados. Os hiperparâmetros necessários que devem ser definidos são listados primeiro, 
em ordem alfabética. Os hiperparâmetros opcionais que podem ser configurados são listados em 
seguida, também em ordem alfabética.

Usar algoritmos internos 2763

https://www.csie.ntu.edu.tw/~b97053/paper/Rendle2010FM.pdf
https://en.wikipedia.org/wiki/Loss_functions_for_classification
https://en.wikipedia.org/wiki/Loss_functions_for_classification


Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Descrição

feature_dim A dimensão do espaço do recurso de entrada. Esse parâmetro 
pode ser muito alto com entradas esparsas.

Obrigatório

Valores válidos: inteiro positivo. Intervalo de valores sugerido: 
[10000,10000000]

num_factors A dimensionalidade da fatoração.

Obrigatório

Valores válidos: inteiro positivo. Faixa de valores sugerida: 
[2.1000], 64 normalmente gera bons resultados e é um bom 
ponto de partida.

predictor_type O tipo de previsor.

• binary_classifier : Para tarefas de classificação binária.

• regressor : Para tarefas de regressão.

Obrigatório

Valores válidos: String: binary_classifier  ou regressor

bias_init_method O método de inicialização do termo de polarização:

• normal: Inicializa os pesos com amostras de valores 
aleatórios provenientes de uma distribuição normal com 
média zero e desvio padrão especificado por bias_init 
_sigma .

• uniform: inicializa os pesos com amostras uniformes de 
valores aleatórios provenientes de um intervalo especificado 
por [bias_init_scale , +bias_init_scale ].
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Nome do parâmetro Descrição

• constant: inicializa os pesos para um valor escalar especific 
ado por bias_init_value .

Opcional

Valores válidos: uniform, normal ou constant

Valor padrão: normal

bias_init_scale Intervalo para a inicialização dos termos de desvio. Entrará em 
vigor se bias_init_method  estiver definido como uniform.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: nenhum

bias_init_sigma O desvio padrão para a inicialização dos termos de polarizaç 
ão. Entrará em vigor se bias_init_method  estiver definido 
como normal.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0,01

bias_init_value O valor inicial do termo de polarização. Entrará em vigor se
bias_init_method  estiver definido como constant.

Opcional

Valores válidos: flutuante. Intervalo de valores sugerido: [1e-8, 
512]

Valor padrão: nenhum

Usar algoritmos internos 2765



Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Descrição

bias_lr A taxa de aprendizagem do termo de polarização.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0.1

bias_wd A degradação de peso para o termo de polarização.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0,01

clip_gradient Parâmetro otimizador de recorte de gradiente. Corta o gradiente 
projetando no intervalo [-clip_gradient , +clip_grad 
ient ].

Opcional

Valores válidos: Flutuante

Valor padrão: nenhum

epochs O número de epochs de treinamento a serem executados.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 1
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Nome do parâmetro Descrição

eps Parâmetro épsilon para evitar divisão por 0.

Opcional

Valores válidos: flutuante. Valor sugerido: pequeno.

Valor padrão: nenhum

factors_init_method O método de inicialização para termos de fatoração:

• normal Inicializa os pesos com amostras de valores aleatório 
s provenientes de uma distribuição normal com média zero e 
desvio padrão especificado por factors_init_sigma .

• uniform: inicializa os pesos com amostras uniformes de 
valores aleatórios provenientes de um intervalo especificado 
por [factors_init_scale , +factors_init_scale ].

• constant: inicializa os pesos para um valor escalar especific 
ado por factors_init_value .

Opcional

Valores válidos: uniform, normal ou constant.

Valor padrão: normal

factors_init_scale O intervalo para inicialização de termos de fatoração. Entrará 
em vigor se factors_init_method  estiver definido como
uniform.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: nenhum
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Nome do parâmetro Descrição

factors_init_sigma O desvio padrão para inicialização de termos de fatoração. 
Entrará em vigor se factors_init_method  estiver definido 
como normal.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0.001

factors_init_value O valor inicial dos termos de fatoração. Entrará em vigor se
factors_init_method  estiver definido como constant.

Opcional

Valores válidos: flutuante. Intervalo de valores sugerido: [1e-8, 
512]

Valor padrão: nenhum

factors_lr A taxa de aprendizagem para termos de fatoração.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0.0001

factors_wd A degradação de peso dos termos de fatoração.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0.00001
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Nome do parâmetro Descrição

linear_lr A taxa de aprendizagem para termos lineares.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0.001

linear_init_method O método de inicialização para termos lineares:

• normal Inicializa os pesos com amostras de valores aleatório 
s provenientes de uma distribuição normal com média zero e 
desvio padrão especificado por linear_init_sigma .

• uniform Inicializa os pesos com amostras uniformes de 
valores aleatórios provenientes de um intervalo especificado 
por [linear_init_scale , +linear_init_scale ].

• constant Inicializa os pesos para um valor escalar especific 
ado por linear_init_value .

Opcional

Valores válidos: uniform, normal ou constant.

Valor padrão: normal

linear_init_scale Intervalo para a inicialização dos termos lineares. Entrará em 
vigor se linear_init_method  estiver definido como
uniform.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: nenhum
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Nome do parâmetro Descrição

linear_init_sigma O desvio padrão para inicialização de termos lineares. Entrará 
em vigor se linear_init_method  estiver definido como
normal.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0,01

linear_init_value O valor inicial de termos lineares. Entrará em vigor se
linear_init_method  estiver definido como constant.

Opcional

Valores válidos: flutuante. Intervalo de valores sugerido: [1e-8, 
512]

Valor padrão: nenhum

linear_wd A degradação de peso para termos lineares.

Opcional

Valores válidos: flutuante não negativo. Intervalo de valores 
sugerido: [1e-8, 512]

Valor padrão: 0.001

mini_batch_size O tamanho do minilote usado para treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 1000
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Nome do parâmetro Descrição

rescale_grad Parâmetro otimizador de redimensionamento de gradiente. Se 
definido, multiplicará o gradiente com rescale_grad  antes 
de atualizar. Geralmente, a escolha é 1,0/batch_size .

Opcional

Valores válidos: Flutuante

Valor padrão: nenhum

Ajustar um modelo de Máquinas de fatoração

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo de Máquinas de fatoração

O algoritmo de máquinas de fatoração tem tipos de preditor de classificação binária e regressão 
binária. O tipo de preditor determina qual métrica você pode usar para o ajuste automático do 
modelo. O algoritmo relata uma métrica de regressor test:rmse, que é calculada durante o 
treinamento. Ao ajustar o modelo para tarefas de regressão, escolha essa métrica como a métrica 
objetiva.

Nome da métrica Descrição Direção de otimização

test:rmse Erro quadrático médio da raiz Minimizar
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O algoritmo de máquinas de fatoração relata três métricas de classificação binária, que são 
calculadas durante o treinamento. Ao ajustar o modelo para tarefas de classificação binária, escolha 
um deles como o objetivo.

Nome da métrica Descrição Direção de otimização

test:bina 
ry_classi 
fication_ 
accuracy

Precisão Maximizar

test:bina 
ry_classi 
fication_ 
cross_entropy

Entropia cruzada Minimizar

test:bina 
ry_f_beta

Beta Maximizar

Hiperparâmetros ajustáveis de Máquinas de fatoração

Você pode ajustar os seguintes hiperparâmetros para o algoritmo de máquinas de fatoração. Os 
parâmetros de inicialização que contêm a polarização de termos, linear e fatoração dependem do 
método de inicialização. Existem três métodos de inicialização: uniform, normal e constant. 
Esses métodos de inicialização não são ajustáveis. Os parâmetros ajustáveis dependem dessa 
opção do método de inicialização. Por exemplo, se o método de inicialização for uniform, somente 
os parâmetros scale serão ajustáveis. Especificamente, se bias_init_method==uniform, então
bias_init_scale, linear_init_scale e factors_init_scale serão ajustáveis. Da mesma 
forma, se o método de inicialização for normal, somente sigma parâmetros serão ajustáveis. Se 
o método de inicialização for constant, somente os parâmetros value serão ajustáveis. Essas 
dependências estão listadas na tabela a seguir.
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Nome do 
parâmetro

Tipo de parâmetro Intervalos 
recomendados

Dependênc 
ia

bias_init 
_scale

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
uniform

bias_init 
_sigma

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
normal

bias_init 
_value

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
constant

bias_lr ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Nenhum

bias_wd ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Nenhum

epoch IntegerParameterRange MinValue: 1, 
MaxValue: 1000

Nenhum

factors_i 
nit_scale

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
uniform

factors_i 
nit_sigma

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
normal

factors_i 
nit_value

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
constant

factors_lr ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Nenhum
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Nome do 
parâmetro

Tipo de parâmetro Intervalos 
recomendados

Dependênc 
ia

factors_wd ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512]

Nenhum

linear_in 
it_scale

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
uniform

linear_in 
it_sigma

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
normal

linear_in 
it_value

ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

bias_init 
_method== 
constant

linear_lr ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Nenhum

linear_wd ContinuousParameterRange MinValue: 1e-8, 
MaxValue: 512

Nenhum

mini_batc 
h_size

IntegerParameterRange MinValue: 100, 
MaxValue: 10000

Nenhum

Formatos de resposta de máquinas de fatoração

Formato de resposta JSON

Classificação binária

let response =   { 
    "predictions":    [ 
        { 
            "score": 0.4, 
            "predicted_label": 0 
        }  
    ]
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}

Regressão

let response =   { 
    "predictions":    [ 
        { 
            "score": 0.4 
        }  
    ]
}

Formato de resposta JSONLINES

Classificação binária

{"score": 0.4, "predicted_label": 0}

Regressão

{"score": 0.4}

Formato de resposta RECORDIO

Classificação binária

[ 
    Record = { 
        features = {}, 
        label = { 
            'score’: { 
                keys: [], 
                values: [0.4]  # float32 
            }, 
            'predicted_label': { 
                keys: [], 
                values: [0.0]  # float32 
            } 
        } 
    }
]
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Regressão

[ 
    Record = { 
        features = {}, 
        label = { 
            'score’: { 
                keys: [], 
                values: [0.4]  # float32 
            }    
        } 
    }
]

Algoritmo k-nearest neighbors (k-NN)

O algoritmo k-nearest neighbors (k-NN) do Amazon SageMaker é um algoritmo baseado em 
índice. Ele usa um método não paramétrico para classificação ou regressão. Para problemas de 
classificação, o algoritmo consulta os k pontos que estão mais próximos do ponto de amostragem e 
retorna o rótulo mais utilizado da sua classe como o rótulo previsto. Para problemas de regressão, 
o algoritmo consulta os k pontos mais próximos do ponto de amostragem e retorna a média de seus 
valores de recursos como o valor previsto.

O treinamento com o algoritmo k-NN possui três etapas: amostragem, redução de dimensão 
e criação do índice. A amostragem reduz o tamanho do conjunto de dados inicial para que ele 
caiba na memória. Para a redução da dimensão, o algoritmo diminui a dimensão do recurso dos 
dados para reduzir a área de ocupação do modelo k-NN na latência de memória e da inferência. 
Fornecemos dois métodos de redução da dimensão: a projeção aleatória e a transformação rápida 
de Johnson-Lindenstrauss. Normalmente, você usa a redução de dimensão para conjuntos de 
dados altamente dimensionais (d > 1000) para evitar a "maldição da dimensionalidade" que perturba 
as análises estatísticas de dados que se tornam esparsos à medida que a dimensionalidade 
aumenta. O principal objetivo do treinamento do k-NN é construir o índice. Esse índice permite 
pesquisas eficientes de distâncias entre pontos cujos valores ou rótulos de classe ainda não foram 
determinados e dos k pontos mais próximos a serem usados para inferência.

Tópicos

• Interface de entrada/saída para o algoritmo k-NN

• Blocos de anotações de amostra de k-NN

• Como funciona o algoritmo k-NN
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• Recomendação de instância do EC2 para o algoritmo k-NN

• Hiperparâmetros de k-NN

• Ajustar um modelo k-NN

• Formatos de dados para entrada de treinamento de k-NN

• Formatos de resposta e solicitação para k-NN

Interface de entrada/saída para o algoritmo k-NN

O algoritmo k-NN do SageMaker oferece suporte para os canais de dados de treinamento e teste.

• Use um canal de treinamento para os dados que você deseja amostrar e construir no índice k-NN.

• Use um canal de teste para emitir pontuações em arquivos de log. Essas pontuações são listadas 
com uma linha por minilote: precisão para classifier, erro quadrático médio (mse) para
regressor da pontuação.

Para entradas de treinamento, k-NN oferece suporte aos formatos de dados text/csv e
application/x-recordio-protobuf. Para o tipo de entrada text/csv, as primeiras
label_size colunas são interpretadas como o vetor de rótulo dessa linha. É possível usar o modo 
de Arquivo ou de Pipe para treinar modelos em dados formatados como recordIO-wrapped-
protobuf ou CSV.

Para entradas de inferência, k-NN oferece suporte aos formatos de dados application/
json, application/x-recordio-protobuf e text/csv. O formato text/csv aceita um
label_size e um parâmetro de codificação. Ele assume um label_size de 0 e uma codificação 
UTF-8.

Para saídas de inferência, k-NN oferece suporte aos formatos de dados application/json
e application/x-recordio-protobuf. Esses dois formatos de dados também oferecem 
suporte a um modo de saída detalhado. No modo de saída detalhada, a API fornece aos resultados 
da pesquisa o vetor de distâncias, classificadas da menor para a maior, bem como os elementos 
correspondentes no vetor de rótulos.

Para transformação em lote, o k-NN oferece suporte ao formato de dados application/
jsonlines para a entrada e a saída. Veja a seguir um exemplo de entrada:

content-type: application/jsonlines
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{"features": [1.5, 16.0, 14.0, 23.0]}
{"data": {"features": {"values": [1.5, 16.0, 14.0, 23.0]}}

Veja a seguir um exemplo de saída:

accept: application/jsonlines

{"predicted_label": 0.0}
{"predicted_label": 2.0}

Para obter mais informações sobre formatos de arquivo de entrada e saída, consulte Formatos de 
dados para entrada de treinamento de k-NN para treinamento, Formatos de resposta e solicitação 
para k-NN para inferência e os Blocos de anotações de amostra de k-NN.

Blocos de anotações de amostra de k-NN

Para um bloco de anotações de amostra que usa o algoritmo k-nearest neighbor do SageMaker para 
prever tipos de cobertura de área selvagem a partir de dados geológicos e de serviços florestais, 
consulte K-Nearest Neighbor Covertype.

Use uma instância de bloco de anotações Jupyter para executar o exemplo no SageMaker. Para 
saber como criar e abrir uma instância de bloco de anotações Jupyter no SageMaker, consulte
Instâncias do Amazon SageMaker Notebook. Depois de criar uma instância de bloco de anotações 
e abri-la, selecione a guia Exemplos do SageMaker para ver uma lista de todos os exemplos de 
bloco de anotações do SageMaker. Encontre blocos de anotações do K-Nearest Neighbor na seção
Introdução aos algoritmos do Amazon. Para abrir um bloco de anotações, clique em sua guia Use 
(Uso) e selecione Create copy (Criar cópia).

Como funciona o algoritmo k-NN

Etapa 1: Amostra

Para especificar o número total de pontos de dados dos quais obter uma amostra com base no 
conjunto de dados de treinamento, use o parâmetro sample_size. Por exemplo, se o conjunto de 
dados inicial tivesse 1.000 pontos de dados e sample_size estivesse definido como 100, em que o 
número total de instâncias é 2, cada trabalhador obteria a amostra de 50 pontos. Um conjunto total 
de 100 pontos de dados seria coletado. A amostragem é executada em tempo linear em relação ao 
número de pontos de dados.
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Etapa 2: Executar a redução da dimensão

A implementação atual do algoritmo k-NN tem dois métodos de redução de dimensão. Você 
especifica o método no hiperparâmetro dimension_reduction_type. O método sign especifica 
uma projeção aleatória, que usa uma projeção linear com uma matriz de sinais aleatórios, enquanto 
o método fjlt especifica uma transformação rápida de Johnson-Lindenstrauss, um método 
baseado na transformação de Fourier. Ambos os métodos preservam as distâncias L2 e interna 
do produto. O método fjlt deve ser usado quando a dimensão de destino é grande e tem melhor 
desempenho com inferência de CPU. Os métodos diferem em sua complexidade computacional. 
O método sign requer um tempo de O(ndk) para reduzir a dimensão de um lote de n pontos de 
dimensão d para uma dimensão de destino k. O método fjlt requer um tempo de O(nd log(d)), mas 
as constantes envolvidas são maiores. O uso da redução de dimensão introduz ruído nos dados, e 
esse ruído pode reduzir a precisão da previsão.

Etapa 3: Construir um índice

Durante a inferência, o algoritmo consulta o índice em busca dos k vizinhos mais próximos de um 
ponto de amostra. Com base nas referências aos pontos, o algoritmo faz a previsão de classificação 
ou regressão. Ele faz a previsão com base nos rótulos de classe ou nos valores fornecidos. O 
algoritmo k-NN fornece três tipos diferentes de índices: um índice fixo, um índice invertido e um 
índice invertido com quantização de produto. Você especifica o tipo com o parâmetro index_type.

Serializar o modelo

Quando o algoritmo k-NN termina o treinamento, ele serializa três arquivos para preparar a 
inferência.

• model_algo-1: contém o índice serializado para calcular os vizinhos mais próximos.

• model_algo-1.labels: contém rótulos serializados (formato binário np.float32) para calcular o rótulo 
previsto com base no resultado da consulta do índice.

• model_algo-1.json: Contém os metadados do modelo em formato JSON que armazena os 
hiperparâmetros k e predictor_type do treinamento para inferência junto com outros estados 
relevantes.

Com a implementação atual do k-NN, você pode modificar o arquivo de metadados para alterar a 
maneira como as previsões são calculadas. Por exemplo, você pode alterar k para 10 ou alterar
predictor_type para regressor.

{ 
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  "k": 5, 
  "predictor_type": "classifier", 
  "dimension_reduction": {"type": "sign", "seed": 3, "target_dim": 10, "input_dim": 
 20}, 
  "normalize": False, 
  "version": "1.0"
}

Recomendação de instância do EC2 para o algoritmo k-NN

Recomendamos treinar em uma instância de CPU (como ml.m5.2xlarge) ou em uma instância de 
GPU. O algoritmo k-NN oferece suporte às famílias de instâncias de GPU P2, P3, G4dn e G5 para 
treinamento e inferência.

Em geral, as solicitações de inferência provenientes de CPUs têm uma latência média menor que 
as solicitações provenientes de GPUs, pois existe uma tarifa sobre a comunicação da CPU para a 
GPU ao usar o hardware da GPU. No entanto, as GPUs geralmente têm maior rendimento para lotes 
maiores.

Hiperparâmetros de k-NN

Nome do parâmetro Descrição

feature_dim O número de recursos nos dados de entrada.

Obrigatório

Valores válidos: número inteiro positivo.

k O número de vizinhos mais próximos.

Obrigatório

Valores válidos: inteiro positivo

predictor_type O tipo de inferência a ser usada nos rótulos de dados.

Obrigatório

Valores válidos: classificador para classificação ou regressor para 
regressão.
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Nome do parâmetro Descrição

sample_size O número de pontos de dados dos quais obter uma amostra no 
conjunto de dados de treinamento.

Obrigatório

Valores válidos: inteiro positivo

dimension 
_reductio 
n_target

A dimensão de destino para a qual reduzir.

Obrigatório quando você especifica o parâmetro dimension 
_reduction_type .

Valores válidos: número inteiro positivo maior que 0 e menor que
feature_dim .

dimension 
_reduction_type

O tipo de método de redução da dimensão.

Opcional

Valores válidos: sign para projeção aleatória ou fjlt para a transform 
ação rápida de Johnson-Lindenstrauss.

Valor padrão: Nenhuma redução da dimensão

faiss_ind 
ex_ivf_nlists

O número de centroides a serem construídos no índice quando
index_type  é faiss.IVFFlat ou faiss.IVFPQ.

Opcional

Valores válidos: inteiro positivo

Valor padrão: auto, que é resolvido como sqrt(sample_size) .
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Nome do parâmetro Descrição

faiss_index_pq_m O número de subcomponentes vetoriais a serem construídos no índice 
quando index_type  está definido como faiss.IVFPQ.

A biblioteca FaceBook AI Similarity Search (FAISS) requer que o 
valor de faiss_index_pq_m  seja um divisor da dimensão de 
dados . Se faiss_index_pq_m  não for um divisor da dimensão de 
dados, aumentaremos a dimensão de dados para o menor número 
inteiro divisível por faiss_index_pq_m . Se nenhuma redução de 
dimensão for aplicada, o algoritmo adicionará um preenchimento de 
zeros. Se a redução de dimensão for aplicada, o algoritmo aumentará 
o valor do hiperparâmetro dimension_reduction_target .

Opcional

Valores válidos: Um dos seguintes números inteiros positivos: 1, 2, 3, 
4, 8, 12, 16, 20, 24, 28, 32, 40, 48, 56, 64, 96

index_metric A métrica para medir a distância entre os pontos ao encontrar os 
vizinhos mais próximos. Ao treinar com index_type  definido como
faiss.IVFPQ , a INNER_PRODUCT  distância e a similaridade
COSINE não têm suporte.

Opcional

Valores válidos: L2 para distância euclidiana, INNER_PRODUCT  para 
distância interna do produto, COSINE  para similaridade de cosseno.

Valor padrão: L2

index_type O tipo de índice.

Opcional

Valores válidos: faiss.Flat, faiss.IVFFlat, faiss.IVFPQ.

Valores padrão: faiss.Flat
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Nome do parâmetro Descrição

mini_batch_size O número de observações por minilote para o iterador de dados.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5000

Ajustar um modelo k-NN

O algoritmo k-nearest neighbors do Amazon SageMaker é um algoritmo supervisionado. O algoritmo 
consome um conjunto de dados de teste e emite uma métrica sobre a precisão para uma tarefa 
de classificação ou sobre o erro quadrático médio para uma tarefa de regressão. Essas métricas 
de precisão comparam as previsões do modelo de suas respectivas tarefas com a verdade 
básica fornecida pelos dados de teste empíricos. Para encontrar o melhor modelo que reporta a 
maior precisão ou o menor erro no conjunto de dados de teste, execute um trabalho de ajuste de 
hiperparâmetros para k-NN.

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva adequada para a tarefa de previsão 
do algoritmo. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar 
a combinação de valores que resultam no modelo que otimiza a métrica objetiva. Os hiperparâmetros 
são usados apenas para ajudar a estimar os parâmetros do modelo e não são usados pelo modelo 
treinado para fazer previsões.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo k-NN

O algoritmo k-nearest neighbors computa uma das duas métricas na tabela a seguir durante o 
treinamento, dependendo do tipo de tarefa especificado pelo hiperparâmetro predictor_type.

• classificador especifica uma tarefa de classificação e computa test:accuracy

• regressor especifica uma tarefa de regressão e computa test:mse.
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Escolha o valor predictor_type apropriado para o tipo de tarefa realizada para calcular a métrica 
objetiva relevante ao ajustar um modelo.

Nome da métrica Descrição Direção de otimização

test:accuracy Quando predictor_type  está definido 
como classificador, k-NN compara o rótulo 
previsto, com base na média dos rótulos dos 
k vizinhos mais próximos, com o rótulo de 
verdade de terreno fornecido nos dados do 
canal de teste. A precisão relatada varia de 0,0 
(0%) a 1,0 (100%).

Maximizar

test:mse Quando predictor_type  está definido 
como regressor, k-NN compara o rótulo 
previsto, com base na média dos rótulos dos 
k vizinhos mais próximos, com o rótulo de 
verdade de terreno fornecido nos dados do 
canal de teste. O erro quadrático médio é 
calculado comparando os dois rótulos.

Minimizar

Hiperparâmetros ajustáveis de k-NN

Ajuste o modelo k-nearest neighbor do Amazon SageMaker com os seguintes hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

k IntegerParameterRanges MinValue: 1, 
MaxValue: 1024

sample_size IntegerParameterRanges MinValue: 256, 
MaxValue: 20000000
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Formatos de dados para entrada de treinamento de k-NN

Todos os algoritmos internos do Amazon SageMaker aderem aos formatos de treinamento de 
entrada comum descritos em Formatos de dados comuns - Treinamento. Este tópico contém uma 
lista dos formatos de entrada disponíveis para o algoritmo k-nearest-neighbor do SageMaker.

Formatos de dados CSV

content-type: text/csv; label_size=1

4,1.2,1.3,9.6,20.3

As primeiras colunas label_size são interpretadas como o vetor de rótulo para essa linha.

Formato de dados para RECORDIO

content-type: application/x-recordio-protobuf

[ 
    Record = { 
        features = { 
            'values': { 
                values: [1.2, 1.3, 9.6, 20.3]  # float32 
            } 
        }, 
        label = { 
            'values': { 
                values: [4]  # float32 
            } 
        } 
    }
]  

                 
}

Formatos de resposta e solicitação para k-NN

Todos os algoritmos integrados do Amazon SageMaker aderem a o formato de inferência de entrada 
comum descrito em Formatos de dados gerais – inferência. Este tópico contém uma lista dos 
formatos de saída disponíveis para o algoritmo k-nearest-neighbor do SageMaker.
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ENTRADA: Formato da solicitação CSV

content-type: text/csv

1.2,1.3,9.6,20.3

Aceita label_size ou um parâmetro de codificação. Ele assume um label_size de 0 e uma 
codificação utf-8.

ENTRADA: Formato de solicitação JSON

content-type: application/json

{ 
  "instances": [ 
    {"data": {"features": {"values": [-3, -1, -4, 2]}}}, 
    {"features": [3.0, 0.1, 0.04, 0.002]}]
}

ENTRADA: Formato de solicitação JSONLINES

content-type: application/jsonlines

{"features": [1.5, 16.0, 14.0, 23.0]}
{"data": {"features": {"values": [1.5, 16.0, 14.0, 23.0]}}

ENTRADA: Formato de solicitação RECORDIO

content-type: application/x-recordio-protobuf

[ 
    Record = { 
        features = { 
            'values': { 
                values: [-3, -1, -4, 2]  # float32 
            } 
        }, 
        label = {} 
    }, 
    Record = { 
        features = { 
            'values': { 
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                values: [3.0, 0.1, 0.04, 0.002]  # float32 
            } 
        }, 
        label = {} 
    },
] 

SAÍDA: Formato de resposta JSON

accept: application/json

{ 
  "predictions": [ 
    {"predicted_label": 0.0}, 
    {"predicted_label": 2.0} 
  ]
}

SAÍDA: Formato de resposta JSONLINES

accept: application/jsonlines

{"predicted_label": 0.0}
{"predicted_label": 2.0}

SAÍDA: Formato de resposta VERBOSE JSON

No modo detalhado, a API fornece aos resultados da pesquisa o vetor de distâncias, classificadas da 
menor para a maior, com os elementos correspondentes no vetor de rótulos. Neste exemplo, k está 
definido como 3.

accept: application/json; verbose=true

{ 
  "predictions": [ 
    { 
        "predicted_label": 0.0, 
        "distances": [3.11792408, 3.89746071, 6.32548437], 
        "labels": [0.0, 1.0, 0.0] 
    }, 
    { 
        "predicted_label": 2.0, 
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        "distances": [1.08470316, 3.04917915, 5.25393973], 
        "labels": [2.0, 2.0, 0.0] 
    } 
  ]
}

SAÍDA: Formato de resposta RECORDIO-PROTOBUF

content-type: application/x-recordio-protobuf

[ 
    Record = { 
        features = {}, 
        label = { 
            'predicted_label': { 
                values: [0.0]  # float32 
            } 
        } 
    }, 
    Record = { 
        features = {}, 
        label = { 
            'predicted_label': { 
                values: [2.0]  # float32 
            } 
        } 
    }
]

SAÍDA: Formato de resposta VERBOSE RECORDIO-PROTOBUF

No modo detalhado, a API fornece aos resultados da pesquisa o vetor de distâncias, classificadas da 
menor para a maior, com os elementos correspondentes no vetor de rótulos. Neste exemplo, k está 
definido como 3.

accept: application/x-recordio-protobuf; verbose=true

[ 
    Record = { 
        features = {}, 
        label = { 
            'predicted_label': { 
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                values: [0.0]  # float32 
            }, 
            'distances': { 
                values: [3.11792408, 3.89746071, 6.32548437]  # float32 
            }, 
            'labels': { 
                values: [0.0, 1.0, 0.0]  # float32 
            } 
        } 
    }, 
    Record = { 
        features = {}, 
        label = { 
            'predicted_label': { 
                values: [0.0]  # float32 
            }, 
            'distances': { 
                values: [1.08470316, 3.04917915, 5.25393973]  # float32 
            }, 
            'labels': { 
                values: [2.0, 2.0, 0.0]  # float32 
            } 
        } 
    }
]

SAÍDA DE AMOSTRA para o algoritmo k-NN

Para tarefas de regressor:

[06/08/2018 20:15:33 INFO 140026520049408] #test_score (algo-1) : ('mse', 
 0.013333333333333334)

Para tarefas de classificador:

[06/08/2018 20:15:46 INFO 140285487171328] #test_score (algo-1) : ('accuracy', 
 0.98666666666666669)

LightGBM

OLightGBM é uma conhecida e eficiente implementação de código aberto do algoritmo baseado 
em árvores com aumento de gradiente (Gradient Boosting Decision Tree, GBDT). GBDT é um 
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algoritmo de aprendizado supervisionado que tenta prever com precisão uma variável de destino. 
Para isso, combina um grupo de estimativas de um conjunto de modelos mais simples e mais fracos. 
O LightGBM usa técnicas adicionais para melhorar significativamente a eficiência e a escalabilidade 
do GBDT convencional.

Como usar o SageMaker LightGBM

Você pode usar o LightGBM como um algoritmo SageMaker integrado da Amazon. A seção a seguir 
descreve como usar o LightGBM com o SDK do Python SageMaker . Para obter informações sobre 
como usar o LightGBM na interface do usuário do Amazon SageMaker Studio Classic, consulte.
SageMaker JumpStart

• Usar o LightGBM como um algoritmo integrado

Use o algoritmo integrado LightGBM para criar um contêiner de treinamento LightGBM como 
mostrado no exemplo de código a seguir. Você pode identificar automaticamente o URI da imagem 
do algoritmo integrado do LightGBM usando a SageMaker image_uris.retrieve API (ou a
get_image_uri API se estiver usando o SDK do Amazon SageMaker Python versão 2).

Depois de especificar o URI da imagem LightGBM, você pode usar o contêiner LightGBM para 
construir um estimador usando a API Estimator e iniciar um trabalho de treinamento SageMaker . 
O algoritmo integrado do LightGBM é executado no modo script, mas o script de treinamento é 
fornecido para você e não há necessidade de substituí-lo. Se você tiver uma vasta experiência 
no uso do modo script para criar um trabalho de SageMaker treinamento, poderá incorporar seus 
próprios scripts de treinamento LightGBM.

from sagemaker import image_uris, model_uris, script_uris

train_model_id, train_model_version, train_scope = "lightgbm-classification-model", 
 "*", "training"
training_instance_type = "ml.m5.xlarge"

# Retrieve the docker image
train_image_uri = image_uris.retrieve( 
    region=None, 
    framework=None, 
    model_id=train_model_id, 
    model_version=train_model_version, 
    image_scope=train_scope, 
    instance_type=training_instance_type
)
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# Retrieve the training script
train_source_uri = script_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 script_scope=train_scope
)

train_model_uri = model_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 model_scope=train_scope
)

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tabular_multiclass/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
train"  
validation_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
validation"  

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tabular-training"

s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

from sagemaker import hyperparameters

# Retrieve the default hyperparameters for training the model
hyperparameters = hyperparameters.retrieve_default( 
    model_id=train_model_id, model_version=train_model_version
)

# [Optional] Override default hyperparameters with custom values
hyperparameters[ 
    "num_boost_round"
] = "500"
print(hyperparameters)

from sagemaker.estimator import Estimator
from sagemaker.utils import name_from_base

training_job_name = name_from_base(f"built-in-algo-{train_model_id}-training")

Usar algoritmos internos 2791



Amazon SageMaker Guia do Desenvolvedor

# Create SageMaker Estimator instance
tabular_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, # for distributed training, specify an instance_count greater 
 than 1 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location
)

# Launch a SageMaker Training job by passing the S3 path of the training data
tabular_estimator.fit( 
    { 
        "train": training_dataset_s3_path, 
        "validation": validation_dataset_s3_path, 
    }, logs=True, job_name=training_job_name
)

Para obter mais informações sobre como configurar o LightGBM como algoritmo integrado, 
consulte os seguintes exemplos de bloco de anotações.

• Classificação tabular com Amazon SageMaker LightGBM e algoritmo CatBoost

• Regressão tabular com Amazon SageMaker LightGBM e algoritmo CatBoost

Interface de entrada/saída para o algoritmo LightGBM

O aumento de gradiente trabalha em dados tabulares: as linhas representam as observações, uma 
coluna representa a variável de destino ou rótulo, e as demais colunas representam os atributos.

A SageMaker implementação do LightGBM suporta CSV para treinamento e inferência:

• Para treinamento ContentType, as entradas válidas devem ser text/csv.

• Para inferência ContentType, as entradas válidas devem ser text/csv.
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Note

Para treinamento de CSV, o algoritmo de treinamento pressupõe que a variável de destino 
está na primeira coluna e que o CSV não tem um registro de cabeçalho.
Para inferência de CSV, o algoritmo pressupõe que a entrada do CSV não tem a coluna de 
rótulo.

Formato de entrada para dados de treinamento, dados de validação e atributos categóricos

Lembre-se de como formatar seus dados de treinamento para entrada no modelo LightGBM. Você 
precisa fornecer o caminho para um bucket do Amazon S3 que contenha seus dados de treinamento 
e validação. Você também pode incluir uma lista de recursos categóricos. Use os canais train e
validation para fornecer seus dados de entrada. Como alternativa, você pode usar somente o 
canal train.

Note

Tanto train quanto training são nomes de canais válidos para treinamento em 
LightGBM.

Use ambos os canais train e validation

Você pode fornecer seus dados de entrada por meio de dois caminhos S3, um para o canal train
e outro para o canal validation. Cada caminho do S3 pode ser um prefixo do S3 que aponta 
para um ou mais arquivos CSV ou um caminho completo do S3 apontando para um arquivo CSV 
específico. As variáveis de destino devem estar na primeira coluna do seu arquivo CSV. As variáveis 
preditoras (atributos) devem estar nas colunas restantes. Se vários arquivos CSV forem fornecidos 
para os canais train ou validation, o algoritmo LightGBM concatena os arquivos. Os dados de 
validação são usados para calcular uma pontuação de validação no final de cada iteração de reforço. 
A interrupção antecipada é aplicada quando a pontuação de validação para de melhorar.

Se seus preditores incluírem atributos categóricos, você poderá fornecer um arquivo JSON nomeado
categorical_index.json no mesmo local do arquivo ou arquivos de dados de treinamento. Se 
você fornecer um arquivo JSON para recursos categóricos, seu canal train deverá apontar para 
um prefixo S3 e não para um arquivo CSV específico. Esse arquivo deve conter um dicionário Python 
em que a chave é a string "cat_index_list" e o valor é uma lista de números inteiros exclusivos. 
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Cada número inteiro na lista de valores deve indicar o índice da coluna dos recursos categóricos 
correspondentes em seu arquivo CSV de dados de treinamento. Cada valor deve ser um número 
inteiro positivo (maior que zero porque zero representa o valor alvo), menor que o Int32.MaxValue
(2147483647) e menor que o número total de colunas. Só deve haver um arquivo JSON de índice 
categórico.

Use somente o canal train:

Como alternativa, você pode fornecer seus dados de entrada por meio de um único caminho S3 para 
o canal train. Esse caminho do S3 deve apontar para um diretório com um subdiretório chamado
train/ que contém um ou mais arquivos CSV. Opcionalmente, você pode incluir outro subdiretório 
no mesmo local chamado validation/ que também tenha um ou mais arquivos CSV. Se os 
dados de validação não forem fornecidos, 20% dos seus dados de treinamento serão amostrados 
aleatoriamente para servir como dados de validação. Se seus preditores incluírem atributos 
categóricos, você poderá fornecer um arquivo JSON nomeado categorical_index.json no 
mesmo local dos seus subsidiretórios.

Note

Para o modo de entrada de treinamento CSV, a memória total disponível para o algoritmo 
(contagem de instância multiplicada pela memória disponível no InstanceType) deve ser 
capaz de conter o conjunto de dados de treinamento.

SageMaker O LightGBM usa o módulo Python Joblib para serializar ou desserializar o modelo, que 
pode ser usado para salvar ou carregar o modelo.

Para usar um modelo treinado com SageMaker LightGBM com o módulo JobLib

• Use o código do Python a seguir:

import joblib  
import tarfile

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = joblib.load(model_file_path)

# prediction with test data
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# dtest should be a pandas DataFrame with column names feature_0, feature_1, ..., 
 feature_d
pred = model.predict(dtest) 

Recomendações de instâncias do Amazon EC2 para o algoritmo do LightGBM

SageMaker Atualmente, o LightGBM oferece suporte ao treinamento de CPU de instância única 
e de várias instâncias. Para treinamento de CPU em várias instâncias (treinamento distribuído), 
especifique um valor instance_count maior que 1 ao definir seu Estimador. Para obter mais 
informações sobre treinamento distribuído com o LightGBM, consulte Treinamento distribuído do 
Amazon SageMaker LightGBM usando o Dask.

LightGBM é um algoritmo de uso intensivo de memória (ao contrário dos de uso intensivo de 
computação). Portanto, uma instância de computação de uso geral (por exemplo, M5) é uma 
opção melhor do que uma instância otimizada para computação (por exemplo, C5). Além disso, 
recomendamos que você tenha memória total suficiente em instâncias específicas para armazenar 
os dados de treinamento.

Exemplos de blocos de anotações LightGBM

A tabela a seguir descreve uma variedade de exemplos de notebooks que abordam diferentes casos 
de uso do algoritmo Amazon SageMaker LightGBM.

Título do caderno Descrição

Classificação tabular com Amazon SageMaker 
LightGBM e algoritmo CatBoost

Este notebook demonstra o uso do algoritmo 
Amazon SageMaker LightGBM para treinar e 
hospedar um modelo de classificação tabular.

Regressão tabular com Amazon SageMaker 
LightGBM e algoritmo CatBoost

Este notebook demonstra o uso do algoritmo 
Amazon SageMaker LightGBM para treinar e 
hospedar um modelo de regressão tabular.

Treinamento distribuído do Amazon 
SageMaker LightGBM usando o Dask

Este notebook demonstra o treinamen 
to distribuído com o algoritmo Amazon 
SageMaker LightGBM usando a estrutura 
Dask.
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Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode 
usar para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker Notebook
Depois de criar uma instância do notebook e abri-la, escolha a guia SageMakerExemplos para ver 
uma lista de todas as SageMaker amostras. Para abrir um caderno, escolha sua guia Use (Uso) e 
depois escolha Create copy (Criar cópia).

Como o LightGBM funciona

O LightGBM implementa um algoritmo convencional de Árvore de Decisão de Aumento de Gradiente 
(GBDT) com a adição de duas novas técnicas: amostragem unilateral baseada em gradiente (GOSS) 
e empacotamento de atributos exclusivos (EFB). Essas técnicas são projetadas para melhorar 
significativamente a eficiência e a escalabilidade do GBDT.

O algoritmo LightGBM tem desempenho satisfatório em competições de machine learning devido 
ao seu manuseio robusto de diversos tipos de dados, relações, distribuições e uma diversidade de 
hiperparâmetros que você pode ajustar. Você pode usar o LightGBM para regressão, classificação 
(binária e multiclasse) e problemas de classificação.

Para obter mais informações sobre aumento de gradiente, consulte Como o XGBoost funciona. 
Para obter detalhes aprofundados sobre as técnicas adicionais de GOSS e EFB usadas no método 
LightGBM, consulte LightGBM: uma árvore decisória de aumento de gradiente altamente eficiente.

Hiperparâmetros LightGBM

A tabela a seguir contém o subconjunto de hiperparâmetros que são necessários ou mais 
comumente usados para o algoritmo Amazon SageMaker LightGBM. Os usuários definem esses 
parâmetros para facilitar a estimativa dos parâmetros do modelo a partir dos dados. O algoritmo 
SageMaker LightGBM é uma implementação do pacote LightGBM de código aberto.

Note

Os hiperparâmetros padrão são baseados em conjuntos de dados de exemplo no Exemplos 
de blocos de anotações LightGBM.

Por padrão, o algoritmo SageMaker LightGBM escolhe automaticamente uma métrica de avaliação e 
uma função objetiva com base no tipo de problema de classificação. O algoritmo LightGBM detecta 
o tipo de problema de classificação com base no número de rótulos em seus dados. Para problemas 
de regressão, a métrica de avaliação é a raiz do erro quadrático médio e a função objetivo é a perda 
de L2. Para problemas de classificação binária, a métrica de avaliação e a função objetiva são 
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ambas entropia cruzada binária. Para problemas de classificação multiclasse, a métrica de avaliação 
é entropia cruzada multiclasse e a função objetivo é softmax. Você pode usar o hiperparâmetro
metric para alterar a métrica de avaliação padrão. Consulte a tabela a seguir para obter mais 
informações sobre os hiperparâmetros do LightGBM, incluindo descrições, valores válidos e valores 
padrão.

Nome do parâmetro Descrição

num_boost_round O número máximo de iterações de reforço. Nota: Intername 
nte, o LightGBM constrói árvores num_class * num_boost 
_round  para problemas de classificação multiclasse.

Valores válidos: inteiro, intervalo: inteiro positivo.

Valor padrão: 100.

early_stopping_rou 
nds

O treinamento será interrompido se uma métrica de um 
ponto de dados de validação não melhorar na última rodada
early_stopping_rounds . Se early_stopping_rou 
nds  for menor ou igual a zero, esse hiperparâmetro será 
ignorado.

Valores válidos: inteiro.

Valor padrão: 10.

metric A métrica de avaliação para os dados de validação. Se metric
for definido como o valor padrão "auto", o algoritmo escolherá 
automaticamente uma métrica de avaliação com base no tipo de 
problema de classificação:

• rmse para regressão

• binary_logloss  para classificação binária

• multi_logloss  para classificação de várias classes

Valores válidos: string, qualquer um dos seguintes: 
("auto","rmse", "l1", "l2", "huber", "fair", "binary_l 
ogloss" , "binary_error" , "auc", "average_ 
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Nome do parâmetro Descrição

precision" , "multi_logloss" , "multi_error" ,
"auc_mu" ou"cross_entropy" ).

Valor padrão: "auto".

learning_rate A taxa na qual os pesos do modelo são atualizados depois de 
analisar cada lote de exemplos de treinamento.

Valores válidos: flutuante, intervalo: (0.0, 1.0).

Valor padrão: 0.1.

num_leaves O número máximo de folhas em uma árvore.

Valores válidos: flutuante. Intervalo: (1, 131072).

Valor padrão: 64.

feature_fraction Um subconjunto de atributos a serem selecionados em cada 
iteração (árvore). Deve ser menor que 1.0.

Valores válidos: flutuante. Intervalo: (0.0, 1.0).

Valor padrão: 0.9.

bagging_fraction Um subconjunto de atributos semelhantes a feature_f 
raction , mas bagging_fraction  seleciona aleatoria 
mente parte dos dados sem reamostragem.

Valores válidos: flutuante. Intervalo: (0.0, 1.0].

Valor padrão: 0.9.
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Nome do parâmetro Descrição

bagging_freq A frequência para realizar o ensacamento. Em cada iteração
bagging_freq , o LightGBM seleciona aleatoriamente uma 
porcentagem dos dados a serem usados na próxima iteração
bagging_freq . Essa porcentagem é determinada pelo 
hiperparâmetro bagging_fraction . Se bagging_freq  for 
zero, o ensacamento será desativado.

Valores válidos: inteiro, intervalo: inteiro não negativo

Valor padrão: 1.

max_depth A profundidade máxima de um modelo de árvore. Isso é usado 
para lidar com o sobreajuste quando a quantidade de dados 
é pequena. Se max_depth  for menor ou igual a zero, isso 
significa que não há limite para a profundidade máxima.

Valores válidos: inteiro.

Valor padrão: 6.

min_data_in_leaf A quantidade mínima de dados em uma folha. Pode ser usada 
para lidar com o sobreajuste.

Valores válidos: inteiro, intervalo: inteiro não negativo

Valor padrão: 3.

max_delta_step Usado para limitar a produção máxima de folhas de árvores. 
Se max_delta_step  for menor ou igual a 0, não haverá 
restrição. A saída máxima final das folhas é learning_rate 
* max_delta_step .

Valores válidos: flutuante.

Valor padrão: 0.0.
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Nome do parâmetro Descrição

lambda_l1 regularização L1.

Valores válidos: flutuante, intervalo: flutuante não negativo.

Valor padrão: 0.0.

lambda_l2 regularização L2.

Valores válidos: flutuante, intervalo: flutuante não negativo.

Valor padrão: 0.0.

boosting Tipo de reforço

Valores válidos: string, qualquer um dos seguintes: ("gbdt",
"rf", "dart" ou "goss").

Valor padrão: "gbdt".

min_gain_to_split O ganho mínimo para realizar uma divisão. Pode ser usado para 
acelerar o treinamento.

Valores válidos: inteiro, flutuante: flutuante não negativo.

Valor padrão: 0.0.

scale_pos_weight O peso dos rótulos com classe positiva. Usado somente para 
tarefas de classificação binária. scale_pos_weight  não 
pode ser usado se is_unbalance  estiver definido como
"True".

Valores válidos: flutuante, intervalo: flutuante positivo

Valor padrão: 1.0.
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Nome do parâmetro Descrição

tree_learner Tipo de aprendiz em árvore.

Valores válidos: string, qualquer um dos seguintes: ("serial",
"feature" , "data" ou "voting").

Valor padrão: "serial".

feature_fraction_b 
ynode

Seleciona um subconjunto de atributos aleatórios em cada nó 
da árvore. Por exemplo, se feature_fraction_bynode
for0.8, 80% dos atributos serão selecionados. Pode ser usado 
para lidar com o sobreajuste.

Valores válidos: inteiro, Intervalo: (0.0, 1.0).

Valor padrão: 1.0.

is_unbalance Defina como "True" se os dados de treinamento estiverem 
desbalanceados. Usado somente para tarefas de classificação 
binária. is_unbalance  não pode ser usado com scale_pos 
_weight .

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

max_bin O número máximo de compartimentos usados para armazenar 
valores de recursos. Um pequeno número de compartimentos 
pode reduzir a precisão do treinamento, mas pode aumentar o 
desempenho geral. Pode ser usado para lidar com o sobreajus 
te.

Valores válidos: flutuante, Intervalo: (1, ∞).

Valor padrão: 255.
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Nome do parâmetro Descrição

tweedie_variance_p 
ower

Controla a variação da distribuição Tweedie. Defina isso mais 
próximo a 2.0 para mudar para uma distribuição gama. Defina 
isso mais próximo a 1.0 para mudar para uma distribuição 
Poisson. Usado somente para tarefas de regressão.

Valores válidos: flutuante. Intervalo: (1.0, 2.0).

Valor padrão: 1.5.

num_threads Número de threads paralelos usado para executar LightGBM. O 
valor 0 significa o número padrão de threads no OpenMP.

Valores válidos: inteiro, intervalo: inteiro não negativo

Valor padrão: 0.

verbosity A verbosidade das mensagens impressas. Se verbosity  for 
menor que0, as mensagens impressas mostrarão apenas erros 
fatais. Se verbosity  estiver definido como 0, as mensagens 
impressas incluirão erros e avisos. Se verbosity  for 1, 
as mensagens impressas mostrarão mais informações. Um
verbosity  maior que 1 mostra a maioria das informações 
nas mensagens impressas e pode ser usado para depuração.

Valores válidos: inteiro.

Valor padrão: 1.

Ajuste um modelo LightGBM

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados de treinamento e validação. O ajuste do modelo se concentra nos 
seguintes hiperparâmetros:
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Note

A função de objetivo de aprendizagem é atribuída automaticamente com base no tipo de 
tarefa de classificação, que é determinado pelo número de números inteiros exclusivos na 
coluna do rótulo. Para ter mais informações, consulte Hiperparâmetros LightGBM.

• Uma função de objetivo de aprendizado para otimizar durante o treinamento do modelo

• Uma métrica de avaliação usada para avaliar o desempenho do modelo durante a validação

• Um conjunto de hiperparâmetros e uma faixa de valores para cada um usar ao ajustar o modelo 
automaticamente

O ajuste de modelo automático pesquisa os seus hiperparâmetros especificados para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Note

O ajuste automático do modelo para o LightGBM está disponível somente nos SageMaker 
SDKs da Amazon, não no console. SageMaker

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas de avaliação calculadas pelo algoritmo LightGBM

O algoritmo SageMaker LightGBM calcula as seguintes métricas para usar na validação do modelo. 
A métrica de avaliação é atribuída automaticamente com base no tipo de tarefa de classificação, que 
é determinado pelo número de números inteiros exclusivos na coluna do rótulo.

Nome da métrica Descrição Direção de 
otimização

Padrão Regex

rmse erro quadrático médio da raiz minimizar "rmse: 
([0-9\\.] 
+)"
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Nome da métrica Descrição Direção de 
otimização

Padrão Regex

l1 erro absoluto médio minimizar "l1: ([0-9\
\.]+)"

l2 erro quadrático médio minimizar "l2: ([0-9\
\.]+)"

huber huber loss (perda de huber) minimizar "huber: 
([0-9\\.] 
+)"

fair perda justa minimizar "fair: 
([0-9\\.] 
+)"

binary_lo 
gloss

entropia cruzada binária maximizar "binary_l 
ogloss: 
([0-9\\.] 
+)"

binary_er 
ror

erro binário minimizar "binary_e 
rror: 
([0-9\\.] 
+)"

auc AUC maximizar "auc: ([0-9\
\.]+)"

average_p 
recision

average precision score (pontuação 
de precisão média)

maximizar "average_ 
precision 
: ([0-9\\.] 
+)"
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Nome da métrica Descrição Direção de 
otimização

Padrão Regex

multi_log 
loss

entropia cruzada multiclasse maximizar "multi_lo 
gloss: 
([0-9\\.] 
+)"

multi_error pontuação de erro multiclasse minimizar "multi_er 
ror: ([0-9\
\.]+)"

auc_mu AUC-Mu maximizar "auc_mu: 
([0-9\\.] 
+)"

cross_ent 
ropy

entropia cruzada minimizar "cross_en 
tropy: 
([0-9\\.] 
+)"

Hiperparâmetros ajustáveis LightGBM

Ajuste o modelo LightGBM com os seguintes hiperparâmetros. Os hiperparâmetros que têm o maior 
efeito na otimização das métricas de avaliação do LightGBM são:learning_rate, num_leaves,
feature_fraction, bagging_fraction, bagging_freq, max_depth e min_data_in_leaf. 
Para obter uma lista de todos os hiperparâmetros do LightGBM, consulte Hiperparâmetros 
LightGBM.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRanges MinValue: 0,001, 
MaxValue: 0,01

num_leaves IntegerParameterRanges MinValue: 10, 
MaxValue 10
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

feature_f 
raction

ContinuousParameterRanges MinValue: 0,1, 
MaxValue 1,0

bagging_f 
raction

ContinuousParameterRanges MinValue: 0,1, 
MaxValue 1,0

bagging_freq IntegerParameterRanges MinValue: 0, 
MaxValue 10

max_depth IntegerParameterRanges MinValue: 15, 
MaxValue 10

min_data_ 
in_leaf

IntegerParameterRanges MinValue: 10, 
MaxValue 20

Algoritmo de Aprendizagem linear

Modelos lineares são algoritmos de aprendizagem supervisionada para resolver problemas de 
classificação ou regressão. Para entrada, você dá ao modelo exemplos rotulados (x, y). x é um vetor 
altamente dimensional e y é um rótulo numérico. Para problemas de classificação binária, o rótulo 
deve ser 0 ou 1. Para problemas de classificação de várias classes, os rótulos devem ser de 0 a
num_classes - 1. Para problemas de regressão, y é um número real. O algoritmo aprende uma 
função linear ou, para problemas de classificação, uma função de limite linear, e mapeia um vetor x
para uma aproximação do rótulo y.

O algoritmo de aprendizagem linear do Amazon SageMaker fornece uma solução para os problemas 
de classificação e regressão. Com o algoritmo do SageMaker, é possível explorar simultaneamente 
diferentes objetivos de treinamento e escolher a melhor solução de um conjunto de validação. Você 
também pode explorar um grande número de modelos e escolher o melhor. O melhor modelo otimiza 
uma das seguintes opções:

• Objetivos contínuos, como erro quadrático médio, perda de entropia cruzada e erro absoluto.

• Objetivos discretos adequados para classificação, como medida F1, precisão, recall ou acurácia.

Usar algoritmos internos 2806



Amazon SageMaker Guia do Desenvolvedor

Em comparação com métodos que proporcionam uma solução apenas para objetivos contínuos, o 
algoritmo de aprendizagem linear do SageMaker proporciona um aumento significativo na velocidade 
em relação às técnicas de otimização de hiperparâmetros nativas. Ele também é mais conveniente.

O algoritmo de aprendizagem linear requer uma matriz de dados, com linhas representando 
as observações e colunas representando as dimensões dos recursos. Ele também requer uma 
coluna adicional que contenha os rótulos que correspondem aos pontos de dados. No mínimo, a 
aprendizagem linear do Amazon SageMaker exige que você especifique locais de dados de entrada 
e saída, bem como o tipo de objetivo (classificação ou regressão) como argumentos. A dimensão 
do recurso também é necessária. Para obter mais informações, consulte CreateTrainingJob. 
É possível especificar parâmetros adicionais no mapa de strings de HyperParameters do corpo 
da solicitação. Esses parâmetros controlam o procedimento de otimização ou as especificidades da 
função objetiva na qual o treinamento é feito. Por exemplo, o número de epochs, regularização e tipo 
de perda.

Se você estiver usando o Managed Spot Training, o algoritmo linear do aluno suporta o uso de
pontos de verificação para tirar uma foto do estado do modelo.

Tópicos

• Interface de entrada/saída para o algoritmo de aprendizagem linear

• Recomendação de instâncias do EC2 para o algoritmo de aprendizagem linear

• Cadernos de amostra para aprendizagem linear

• Como a aprendizagem linear funciona

• Hiperparâmetros da aprendizagem linear

• Ajustar um modelo de aprendizagem linear

• Formatos de resposta da aprendizagem linear

Interface de entrada/saída para o algoritmo de aprendizagem linear

O algoritmo de aprendizagem linear do Amazon SageMaker oferece suporte para três canais de 
dados: treinamento, validação (opcional) e teste (opcional). Se você fornecer dados de validação, 
o S3DataDistributionType deverá ser FullyReplicated. O algoritmo registra a perda de 
validação em todos os epochs e usa uma amostra dos dados de validação para calibrar e selecionar 
o melhor modelo. Se você não fornecer dados de validação, o algoritmo usará uma amostra dos 
dados de treinamento para calibrar e selecionar o modelo. Se você fornecer dados de teste, os logs 
do algoritmo incluirão a pontuação do teste para o modelo final.
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Para treinamento, o algoritmo de Aprendizagem linear oferece suporte aos formatos recordIO-
wrapped protobuf e CSV. Para o tipo de entrada application/x-recordio-protobuf, há 
suporte apenas para os tensores Float32. Para o tipo de entrada text/csv, a primeira coluna é 
considerada o rótulo, que é a variável de destino para previsão. É possível usar o modo de Arquivo 
ou de Pipe para treinar modelos de Aprendizagem linear em dados formatados como recordIO-
wrapped-protobuf ou como CSV.

Para inferência, o algoritmo de Aprendizagem linear oferece suporte aos formatos
application/json, application/x-recordio-protobuf e text/csv. Quando 
você faz previsões sobre novos dados, o formato da resposta depende do tipo de modelo.
Para regressão (predictor_type='regressor'), o score é a previsão gerada 
pelo modelo. Para classificação (predictor_type='binary_classifier' ou
predictor_type='multiclass_classifier'), o modelo retorna um score e um
predicted_label. O predicted_label é a classe prevista pelo modelo e score mede a 
intensidade dessa previsão.

• Para classificação binária, predicted_label é 0 ou 1, e score é um único número de ponto 
flutuante que indica a intensidade com que o algoritmo acredita que o rótulo deve ser 1.

• Para classificação multiclasse, a predicted_class será um número inteiro de 0 a
num_classes-1 e a score será uma lista de um número de ponto flutuante por classe.

Para interpretar o score em problemas de classificação, você deve considerar a função de 
perda usada. Se o valor do hiperparâmetro loss for logistic para classificação binária ou
softmax_loss para classificação de várias classes, o score pode ser interpretado como a 
probabilidade da classe correspondente. Esses são os valores de perda usados pela aprendizagem 
linear quando o valor loss é o valor padrão auto. No entanto, se a perda for definido como
hinge_loss, a pontuação não poderá ser interpretada como probabilidade. Isso ocorre porque a 
perda da dobradiça corresponde a um classificador Support Vector que não produz estimativas de 
probabilidade.

Para obter mais informações sobre formatos de arquivo de entrada e saída, consulte Formatos de 
resposta da aprendizagem linear. Para obter mais informações sobre os formatos de inferência e 
sobre o Cadernos de amostra para aprendizagem linear.
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Recomendação de instâncias do EC2 para o algoritmo de aprendizagem linear

O algoritmo linear do aluno é compatível com instâncias de CPU e GPU para treinamento e 
inferência. Para GPU, o algoritmo de aprendizagem linear é compatível com as famílias de GPU P2, 
P3, G4dn e G5.

Durante os testes, não encontramos evidências substanciais de que instâncias com várias GPUs 
sejam mais rápidos que as instâncias com uma única GPU. Os resultados podem variar dependendo 
do seu caso de uso específico.

Cadernos de amostra para aprendizagem linear

A tabela a seguir descreve uma variedade de exemplos de cadernos que abordam diferentes casos 
de uso do algoritmo de aprendizado linear do Amazon SageMaker.

Título do caderno Descrição

Uma introdução ao conjunto de dados MNIST Usando o conjunto de dados MNIST, treinamos 
um classificador binário para prever um único 
dígito.

Como construir um classificador multiclasse? Usando o conjunto de dados Covertype da 
UCI, demonstramos como treinar um classific 
ador multiclasse.

Como criar um pipeline de Machine Learning 
(ML) para inferência?

Usando um contêiner Scikit-learn, demonstra 
mos como criar um pipeline de ML de ponta a 
ponta.

Para obter instruções sobre como criar e acessar instâncias de caderno Jupyter que podem ser 
usadas para executar o exemplo no SageMaker, consulte Instâncias do Amazon SageMaker 
Notebook. Depois de criar uma instância de caderno e abri-la, escolha a guia Exemplos do 
SageMaker para ver uma lista de todas as amostras do SageMaker. Os blocos de anotações 
de exemplo de modelagem de tópicos que usam os algoritmos de aprendizagem linear estão 
localizados na seção Introdução a algoritmos da Amazon. Para abrir um bloco de anotações, escolha 
sua guia Use (Uso) e depois escolha Create copy (Criar cópia).
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Como a aprendizagem linear funciona

Há três etapas envolvidas na implementação do algoritmo de aprendizagem linear: pré-processar, 
treinar e validar.

Etapa 1: Pré-processar

A normalização, ou o dimensionamento de recursos, é uma etapa de pré-processamento importante 
para determinadas funções de perda que garante que o modelo que está sendo treinado em 
um conjunto de dados não se torne dominado pelo peso de um único recurso. O algoritmo de 
aprendizagem linear do Amazon SageMaker tem uma opção de normalização para ajudar com essa 
etapa de pré-processamento. Se a normalização estiver ativada, o algoritmo primeiro passará por 
uma pequena amostra dos dados para aprender o valor médio e o desvio padrão para cada recurso 
e para o rótulo. Cada um dos recursos no conjunto de dados completo é, então, deslocado para ter a 
média de zero e é dimensionado para ter um desvio padrão de unidade.

Note

Para obter melhores resultados, garanta que seus dados sejam embaralhados antes do 
treinamento. O treinamento com dados não embaralhados pode apresentar falha.

É possível configurar se o algoritmo de aprendizagem linear normaliza os dados do recurso e os 
rótulos usando os hiperparâmetros normalize_data e normalize_label, respectivamente. A 
normalização é habilitada por padrão para recursos e rótulos para regressão. Somente os recursos 
podem ser normalizados para classificação binária e esse é o comportamento padrão.

Etapa 2: Treinar

Com o algoritmo de aprendizagem linear, você treina com uma implementação distribuída de 
descida de gradiente estocástica (SGD). É possível controlar o processo de otimização escolhendo 
o algoritmo de otimização. Por exemplo, você pode optar por usar Adam, AdaGrad, descida 
de gradiente estocástica ou outros algoritmos de otimização. Você também especifica seus 
hiperparâmetros, como dinâmica, taxa de aprendizagem e programação de taxa de aprendizagem. 
Se não tiver certeza de qual algoritmo ou valor de hiperparâmetro usar, escolha um padrão que 
funcione para a maioria dos conjuntos de dados.

Durante o treinamento, otimize simultaneamente vários modelos, cada um com os objetivos 
levemente diferentes. Por exemplo, é possível variar a regularização L1 ou L2 e testar diferentes 
configurações de otimizador.
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Etapa 3: Validar e definir o limite

Ao treinar vários modelos em paralelo, os modelos serão avaliados com relação a um conjunto de 
validações para selecionar o melhor modelo após a conclusão do treinamento. Para regressão, o 
melhor modelo é aquele que atinge a melhor perda no conjunto de validações. Para classificação, 
uma amostra do conjunto de validações é usada para calibrar o limite de classificação. O melhor 
modelo selecionado é aquele que atende aos melhores critérios da seleção de classificação binária 
no conjunto de validações. Exemplos desses critérios incluem a medida F1, a acurácia e a perda de 
entropia cruzada.

Note

Se o algoritmo não receber um conjunto de validações, não será possível avaliar e selecionar 
o melhor modelo. Para aproveitar o treinamento paralelo e a seleção de modelos, forneça um 
conjunto de validações ao algoritmo.

Hiperparâmetros da aprendizagem linear

A tabela a seguir contém os hiperparâmetros para o algoritmo de aprendizagem linear. Esses 
parâmetros são definidos pelos usuários para facilitar a estimativa dos parâmetros do modelo a 
partir dos dados. Os hiperparâmetros necessários que devem ser definidos são listados primeiro, 
em ordem alfabética. Os hiperparâmetros opcionais que podem ser configurados são listados em 
seguida, também em ordem alfabética. Quando um hiperparâmetro é definido como auto, o Amazon 
SageMaker calcula e define automaticamente o valor desse hiperparâmetro.

Nome do parâmetro Descrição

num_classes O número de classes para a variável de resposta. O algoritmo assume 
que as classes estejam rotuladas como 0, ..., num_classes - 1 .

Obrigatório quando predictor_type  é multiclass_classif 
ier . Caso contrário, o algoritmo o ignorará.

Valores válidos: números inteiros de 3 a 1.000.000

predictor_type Especifica o tipo de variável de destino como uma classificação 
binária, classificação multiclasse ou regressão.
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Nome do parâmetro Descrição

Obrigatório

Valores válidos: binary_classifier , multiclass_classif 
ier  ou regressor

accuracy_top_k Ao calcular a métrica de precisão top-k para classificação multiclasse, 
o valor de k. Se o modelo atribuir uma das pontuações top-k ao rótulo 
true, um exemplo será pontuado como correto.

Opcional

Valores válidos: números inteiros positivos

Valor padrão: 3

balance_m 
ulticlass 
_weights

Especifica se pesos de classe devem ser usados, que dão a cada 
classe uma importância igual na função de perda. Usado somente 
quando predictor_type  é multiclass_classifier .

Opcional

Valores válidos: true, false

Valor padrão: false

beta_1 A taxa de degradação exponencial para estimativas de primeiro 
momento. Aplica-se apenas quando o valor optimizer  é adam.

Opcional

Valores válidos: auto ou um valor de ponto flutuante entre 0 e 1,0

Valor padrão: auto
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Nome do parâmetro Descrição

beta_2 A taxa de degradação exponencial para estimativas de segundo 
momento. Aplica-se apenas quando o valor optimizer  é adam.

Opcional

Valores válidos: auto ou um número inteiro de ponto flutuante entre 0 
e 1,0

Valor padrão: auto

bias_lr_mult Permite uma taxa de aprendizagem diferente para o termo de desvio. 
A taxa real de aprendizagem para a polarização é learning_rate
* bias_lr_mult .

Opcional

Valores válidos: auto ou um número inteiro positivo de ponto flutuante

Valor padrão: auto

bias_wd_mult Permite regularização diferente para o termo de desvio. O peso da 
regularização L2 real para a polarização é wd * bias_wd_mult . Por 
padrão, não há regularização no termo de polarização.

Opcional

Valores válidos: auto ou um número inteiro não negativo de ponto 
flutuante

Valor padrão: auto
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Nome do parâmetro Descrição

binary_cl 
assifier_ 
model_sel 
ection_criteria

Quando predictor_type  está definido como binary_cl 
assifier , o critério de avaliação do modelo para o conjunto de 
dados de validação (ou para o conjunto de dados de treinamento, se 
você não fornecer um conjunto de dados de validação). Os critérios 
incluem:

• accuracy—O modelo com a maior precisão.

• f_beta—O modelo com a maior pontuação F1. O padrão é F1.

• precision_at_target_recall —O modelo com a maior 
precisão em um determinado destino de recall.

• recall_at_target_precision —O modelo com o maior 
recall em um determinado destino de precisão.

• loss_function —O modelo com o valor mais baixo da função de 
perda usada no treinamento.

Opcional

Valores válidos: accuracy, f_beta, precision_at_targe 
t_recall , recall_at_target_precision  ou loss_func 
tion

Valor padrão: accuracy
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Nome do parâmetro Descrição

early_sto 
pping_patience

Se nenhuma melhoria for feita na métrica relevante, o número de 
epochs a aguardar antes de terminar o treinamento. Se você forneceu 
um valor para binary_classifier_model_selection_cr 
iteria , a métrica é esse valor. Caso contrário, a métrica é igual ao 
valor especificado para o hiperparâmetro loss.

A métrica é avaliada nos dados de validação. Se você não forneceu 
dados de validação, a métrica é sempre o mesmo que o valor 
especificado para o hiperparâmetro loss e é avaliada nos dados 
de treinamento. Para desabilitar a interrupção precoce, defina
early_stopping_patience  como um valor maior que o valor 
especificado para epochs.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 3

early_sto 
pping_tolerance

A tolerância relativa para medir uma melhoria na perda. Se a 
proporção for menor que esse valor (em relação à melhora na perda 
quando dividida pela melhor perda anterior), a interrupção precoce 
considerará que não houve melhora.

Opcional

Valores válidos: número inteiro positivo de ponto flutuante

Valor padrão: 0.001

epochs O número máximo de passagens nos dados de treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 15
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Nome do parâmetro Descrição

f_beta O valor do beta a ser usado ao calcular métricas de pontuação F 
para classificação binária ou de várias classes. Também usado se 
o valor especificado para binary_classifier_model_sel 
ection_criteria  for f_beta.

Opcional

Valores válidos: números inteiros positivos de ponto flutuante

Valor padrão: 1.0

feature_dim O número de recursos nos dados de entrada.

Opcional

Valores válidos: auto ou um número inteiro positivo

Valores padrão: auto

huber_delta O parâmetro para a perda de Huber. Durante o treinamento e a 
avaliação da métrica, calcula a perda L2 para erros menores do que 
delta, bem como a perda L1 para erros maiores do que delta.

Opcional

Valores válidos: número inteiro positivo de ponto flutuante

Valor padrão: 1.0

init_bias Peso inicial para o termo de polarização.

Opcional

Valores válidos: número inteiro de ponto flutuante

Valor padrão: 0
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Nome do parâmetro Descrição

init_method Define a função de distribuição inicial usada para pesos de modelo. As 
funções incluem:

• uniform—Distribuído uniformemente entre (escala -, escala +)

• normal—Distribuição normal, com média 0 e sigma

Opcional

Valores válidos: uniform ou normal

Valor padrão: uniform

init_scale Dimensiona uma distribuição uniforme inicial para pesos de modelo. 
Aplicável apenas quando o hiperparâmetro init_method  está 
definido como uniform.

Opcional

Valores válidos: número inteiro positivo de ponto flutuante

Valor padrão: 0.07

init_sigma O desvio padrão inicial para a distribuição normal. Aplicável apenas 
quando o hiperparâmetro init_method  está definido como
normal.

Opcional

Valores válidos: número inteiro positivo de ponto flutuante

Valor padrão: 0,01
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Nome do parâmetro Descrição

l1 O parâmetro de regularização L1. Se você não quiser usar a regulariz 
ação L1, defina o valor como 0.

Opcional

Valores válidos: auto ou flutuante não negativo

Valor padrão: auto

learning_rate O tamanho da etapa usado pelo otimizador para atualizações de 
parâmetros.

Opcional

Valores válidos: auto ou um número inteiro positivo de ponto flutuante

Valor padrão: auto, cujo valor depende do otimizador escolhido.
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Nome do parâmetro Descrição

loss Especifica a função de perda.

As funções de perda disponíveis e seus valores padrão dependem do 
valor de predictor_type :

• Se predictor_type  estiver definido como regressor , as 
opções disponíveis serão auto, squared_loss , absolute_ 
loss , eps_insensitive_squared_loss , eps_insen 
sitive_absolute_loss , quantile_loss  e huber_los 
s . O valor padrão para auto é squared_loss .

• Se predictor_type  estiver definido como binary_cl 
assifier , as opções disponíveis serão auto,logistic e
hinge_loss . O valor padrão para auto é logistic.

• Se predictor_type  estiver definido como multiclas 
s_classifier , as opções disponíveis serão auto e
softmax_loss . O valor padrão para auto é softmax_loss .

Valores válidos: auto, logistic, squared_loss , absolute_ 
loss , hinge_loss , eps_insensitive_squared_loss ,
eps_insensitive_absolute_loss , quantile_loss  ou
huber_loss

Opcional

Valor padrão: auto

loss_inse 
nsitivity

O parâmetro para o tipo de perda insensível a épsilon. Durante o 
treinamento e a avaliação da métrica, qualquer erro menor do que 
esse valor será considerado zero.

Opcional

Valores válidos: número inteiro positivo de ponto flutuante

Valor padrão: 0,01
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Nome do parâmetro Descrição

lr_schedu 
ler_factor

Para cada hiperparâmetro lr_scheduler_step , a taxa de 
aprendizagem é diminuída por essa quantidade. Aplicável apenas 
quando o hiperparâmetro use_lr_scheduler  está definido como
true.

Opcional

Valores válidos: auto ou um número inteiro positivo de ponto flutuante 
entre 0 e 1

Valor padrão: auto

lr_schedu 
ler_minimum_lr

A taxa de aprendizagem nunca diminui para um valor menor que 
o valor definido para lr_scheduler_minimum_lr . Aplicável 
apenas quando o hiperparâmetro use_lr_scheduler  está definido 
como true.

Opcional

Valores válidos: auto ou um número inteiro positivo de ponto flutuante

Valores padrão: auto

lr_scheduler_step O número de passos entre as diminuições da taxa de aprendizagem. 
Aplicável apenas quando o hiperparâmetro use_lr_scheduler
está definido como true.

Opcional

Valores válidos: auto ou um número inteiro positivo

Valor padrão: auto
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Nome do parâmetro Descrição

margin A margem para a função hinge_loss .

Opcional

Valores válidos: número inteiro positivo de ponto flutuante

Valor padrão: 1.0

mini_batch_size O número de observações por minilote para o iterador de dados.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 1000

momentum A dinâmica do otimizador sgd.

Opcional

Valores válidos: auto ou um número inteiro de ponto flutuante entre 0 
e 1,0

Valor padrão: auto

normalize_data Normaliza os dados do recurso antes do treinamento. A normalização 
de dados desloca os dados de cada recurso para ter uma média de 
zero e os dimensiona para ter um desvio padrão de unidade.

Opcional

Valores válidos: auto, true ou false

Valor padrão: true
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Nome do parâmetro Descrição

normalize_label Normaliza o rótulo. A normalização de rótulos desloca o rótulo para 
ter uma média de zero e o dimensiona para ter um desvio padrão de 
unidade.

O valor auto padrão normaliza o rótulo para problemas de regressão, 
mas não para problemas de classificação. Se você definir o hiperparâ 
metro normalize_label  como true para problemas de classific 
ação, o algoritmo o ignorará.

Opcional

Valores válidos: auto, true ou false

Valor padrão: auto

num_calib 
ration_samples

O número de observações do conjunto de dados de validação a ser 
usado para calibração do modelo (ao encontrar o melhor limite).

Opcional

Valores válidos: auto ou um número inteiro positivo

Valor padrão: auto

num_models O número de modelos para treinar em paralelo. Para o padrão, auto, 
o algoritmo decide o número de modelos paralelos a ser treinado. 
Um modelo é treinado de acordo com o parâmetro de treinamen 
to indicado (regularização, otimizador e perda), e o restante, por 
parâmetros aproximados.

Opcional

Valores válidos: auto ou um número inteiro positivo

Valores padrão: auto
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Nome do parâmetro Descrição

num_point 
_for_scaler

O número de pontos de dados a serem usados para calcular a 
normalização ou a imparcialidade de termos.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 10,000

optimizer O algoritmo de otimização a ser usado.

Opcional

Valores válidos:

• auto—O valor padrão.

• sgd—Descida de gradiente estocástica.

• adam—Estimativa de dinâmica adaptativa.

• rmsprop—Uma técnica de otimização baseada em gradiente que 
usa uma média móvel de gradientes quadrados para normalizar o 
gradiente.

Valor padrão: auto. A configuração padrão para auto é adam.

positive_ 
example_w 
eight_mult

O peso atribuído a exemplos positivos ao treinar um classificador 
binário. O peso de exemplos negativos é fixado em 1. Se quiser que 
o algoritmo escolha um peso, de forma que os erros na classificação 
de exemplos negativos vs. positivos tenham impacto igual na perda 
de treinamento, especifique balanced. Se quiser que o algoritmo 
escolha o peso que otimiza o desempenho, especifique auto.

Opcional

Valores válidos: balanced, auto ou um número inteiro positivo de 
ponto flutuante

Valor padrão: 1.0
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Nome do parâmetro Descrição

quantile O quantil para perda de quantil. Para o quantil q, o modelo tenta 
produzir previsões de modo que o valor de true_label  seja maior 
que a previsão com probabilidade q.

Opcional

Valores válidos: Número inteiro de ponto flutuante entre 0 e 1

Valor padrão: 0.5

target_precision A precisão de destino. Se binary_classifier_model_sel 
ection_criteria  for recall_at_target_precision , a 
precisão será mantida nesse valor enquanto o recall for maximizada.

Opcional

Valores válidos: Número inteiro de ponto flutuante entre 0 e 1,0

Valor padrão: 0.8

target_recall O recall de destino. Se binary_classifier_model_sel 
ection_criteria  for precision_at_target_recall
, o recall será mantido nesse valor enquanto a precisão estiver 
maximizada.

Opcional

Valores válidos: Número inteiro de ponto flutuante entre 0 e 1,0

Valor padrão: 0.8
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Nome do parâmetro Descrição

unbias_data Imparcializa os recursos antes do treinamento para que a média seja 
0. Por padrão, os dados são imparciais quando o hiperparâmetro
use_bias está definido como true.

Opcional

Valores válidos: auto, true ou false

Valor padrão: auto

unbias_label Imparcializa os rótulos antes do treinamento para que a média seja 0. 
Aplica-se à regressão somente se o hiperparâmetro use_bias estiver 
definido como true.

Opcional

Valores válidos: auto, true ou false

Valor padrão: auto

use_bias Especifica se o modelo deve incluir um termo de polarização, que é o 
termo de interceptação na equação linear.

Opcional

Valores válidos: true ou false

Valor padrão: true

use_lr_scheduler Se um programador deve ou não ser usado para a taxa de aprendiza 
gem. Se quiser usar um agendador, especifique true.

Opcional

Valores válidos: true ou false

Valor padrão: true
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Nome do parâmetro Descrição

wd O parâmetro de degradação de peso, também conhecido como o 
parâmetro de regularização L2. Se você não quiser usar a regulariz 
ação L2, defina o valor como 0.

Opcional

Valores válidos: auto ou um número inteiro não negativo de ponto 
flutuante

Valor padrão: auto

Ajustar um modelo de aprendizagem linear

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

O algoritmo de Aprendizagem linear também tem um mecanismo interno para ajuste de 
hiperparâmetros separados do recurso de ajuste de modelo automático descrito aqui. Por padrão, o 
algoritmo de Aprendizagem linear ajusta os hiperparâmetros treinando vários modelos em paralelo. 
Quando você usa o ajuste automático de modelo, o mecanismo de ajuste interno de Aprendizagem 
linear é desativado automaticamente. Isso define o número de modelos paralelos, num_models, 
como 1. O algoritmo ignora qualquer valor que você tenha definido para num_models.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo de aprendizagem linear

O algoritmo de aprendizagem linear relata as métricas na tabela a seguir, que são calculadas 
durante o treinamento. Escolha uma deles como a métrica objetiva. Para evitar o sobreajuste, 
recomendamos ajustar o modelo em uma métrica de validação em vez de em uma métrica de 
treinamento.
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Nome da métrica Descrição Direção de otimização

test:abso 
lute_loss

A perda absoluta do modelo final no conjunto 
de dados de teste. Essa métrica objetiva só é 
válida para regressão.

Minimizar

test:bina 
ry_classi 
fication_ 
accuracy

A precisão do modelo final no conjunto de 
dados de teste. Essa métrica objetiva só é 
válida para classificação binária.

Maximizar

test:bina 
ry_f_beta

A pontuação F-beta do modelo final no 
conjunto de dados de teste. Por padrão, é a 
pontuação F1, que é a média harmônica de 
precisão e recall. Essa métrica objetiva só é 
válida para classificação binária.

Maximizar

test:dcg O ganho cumulativo descontado do modelo 
final no conjunto de dados de teste. Essa 
métrica objetiva só é válida para classificação 
multiclasse.

Maximizar

test:macr 
o_f_beta

A pontuação F-beta do modelo final no 
conjunto de dados de teste. Essa métrica 
objetiva só é válida para classificação multiclas 
se.

Maximizar

test:macr 
o_precision

A pontuação da precisão do modelo final no 
conjunto de dados de teste. Essa métrica 
objetiva só é válida para classificação multiclas 
se.

Maximizar

test:macr 
o_recall

A pontuação do recall do modelo final no 
conjunto de dados de teste. Essa métrica 
objetiva só é válida para classificação multiclas 
se.

Maximizar
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Nome da métrica Descrição Direção de otimização

test:mse O erro quadrático médio do modelo final no 
conjunto de dados de teste. Essa métrica 
objetiva só é válida para regressão.

Minimizar

test:mult 
iclass_ac 
curacy

A precisão do modelo final no conjunto de 
dados de teste. Essa métrica objetiva só é 
válida para classificação multiclasse.

Maximizar

test:mult 
iclass_to 
p_k_accuracy

A precisão entre os k principais rótulos 
previstos no conjunto de dados de teste. Se 
você escolher essa métrica como objetivo, 
recomendamos definir o valor de k usando 
o hiperparâmetro accuracy_top_k . Essa 
métrica objetiva só é válida para classificação 
multiclasse.

Maximizar

test:obje 
ctive_loss

O valor médio da função de perda de objetivo 
no conjunto de dados de teste após o modelo 
ser treinado. Por padrão, a perda é a perda 
logística para classificação binária e a perda 
quadrada para regressão. Para definir a perda 
como outros tipos, use o hiperparâmetro loss.

Minimizar

test:precision A precisão do modelo final no conjunto de 
dados de teste. Se você escolher essa métrica 
como objetivo, recomendamos configurar 
um recall de destino definindo o hiperparâ 
metro binary_classifier_model_sel 
ection  como precision_at_targe 
t_recall  e definindo o valor do hiperparâ 
metro target_recall . Essa métrica 
objetiva só é válida para classificação binária.

Maximizar
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Nome da métrica Descrição Direção de otimização

test:recall O recall do modelo final no conjunto de dados 
de teste. Se você escolher essa métrica como 
objetivo, recomendamos configurar uma 
precisão de destino definindo o hiperparâ 
metro binary_classifier_model_sel 
ection  como recall_at_target_p 
recision  e definindo o valor do hiperparâ 
metro target_precision . Essa métrica 
objetiva só é válida para classificação binária.

Maximizar

test:roc_ 
auc_score

A área sob a curva característica operacion 
al receptora (curva ROC) do modelo final no 
conjunto de dados de teste. Essa métrica 
objetiva só é válida para classificação binária.

Maximizar

validatio 
n:absolut 
e_loss

A perda absoluta do modelo final no conjunto 
de dados de validação. Essa métrica objetiva 
só é válida para regressão.

Minimizar

validatio 
n:binary_ 
classific 
ation_accuracy

A precisão do modelo final no conjunto de 
dados de validação. Essa métrica objetiva só é 
válida para classificação binária.

Maximizar

validatio 
n:binary_ 
f_beta

A pontuação F-beta do modelo final no 
conjunto de dados de validação. Por padrão, 
a pontuação F-beta é a pontuação F1, que é 
a média harmônica das métricas validatio 
n:precision  e validation:recall . 
Essa métrica objetiva só é válida para classific 
ação binária.

Maximizar

validation:dcg O ganho cumulativo descontado do modelo 
final no conjunto de dados de validação. Essa 
métrica objetiva só é válida para classificação 
multiclasse.

Maximizar
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Nome da métrica Descrição Direção de otimização

validatio 
n:macro_f_beta

A pontuação F-beta do modelo final no 
conjunto de dados de validação. Essa métrica 
objetiva só é válida para classificação multiclas 
se.

Maximizar

validatio 
n:macro_p 
recision

A pontuação de precisão do modelo final no 
conjunto de dados de validação. Essa métrica 
objetiva só é válida para classificação multiclas 
se.

Maximizar

validatio 
n:macro_recall

A pontuação do recall do modelo final no 
conjunto de dados de validação. Essa métrica 
objetiva só é válida para classificação multiclas 
se.

Maximizar

validation:mse O erro quadrático médio do modelo final no 
conjunto de dados de validação. Essa métrica 
objetiva só é válida para regressão.

Minimizar

validatio 
n:multicl 
ass_accuracy

A precisão do modelo final no conjunto de 
dados de validação. Essa métrica objetiva só é 
válida para classificação multiclasse.

Maximizar

validatio 
n:multicl 
ass_top_k 
_accuracy

A precisão entre os k principais rótulos 
previstos no conjunto de dados de validação. 
Se você escolher essa métrica como objetivo, 
recomendamos definir o valor de k usando 
o hiperparâmetro accuracy_top_k . Essa 
métrica objetiva só é válida para classificação 
multiclasse.

Maximizar
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Nome da métrica Descrição Direção de otimização

validatio 
n:objecti 
ve_loss

O valor médio da função de perda de objetivo 
no conjunto de dados de validação a cada 
epoch. Por padrão, a perda é a perda logística 
para classificação binária e a perda quadrada 
para regressão. Para definir a perda como 
outros tipos, use o hiperparâmetro loss.

Minimizar

validatio 
n:precision

A precisão do modelo final no conjunto de 
dados de validação. Se você escolher essa 
métrica como objetivo, recomendamos 
configurar um recall de destino definindo o 
hiperparâmetro binary_classifier_ 
model_selection  como precision 
_at_target_recall  e definindo o valor 
do hiperparâmetro target_recall . Essa 
métrica objetiva só é válida para classificação 
binária.

Maximizar

validatio 
n:recall

O recall do modelo final no conjunto de dados 
de validação. Se você escolher essa métrica 
como objetivo, recomendamos configurar uma 
precisão de destino definindo o hiperparâ 
metro binary_classifier_model_sel 
ection  como recall_at_target_p 
recision  e definindo o valor do hiperparâ 
metro target_precision . Essa métrica 
objetiva só é válida para classificação binária.

Maximizar

validation:rmse A raiz do erro quadrático médio do modelo 
final no conjunto de dados de validação. Essa 
métrica objetiva só é válida para regressão.

Minimizar
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Nome da métrica Descrição Direção de otimização

validatio 
n:roc_auc 
_score

A área sob a curva característica de operação 
receptora (curva ROC) do modelo final no 
conjunto de dados de validação. Essa métrica 
objetiva só é válida para classificação binária.

Maximizar

Ajuste de hiperparâmetros da aprendizagem linear

Você pode ajustar um modelo de aprendizagem linear com os seguintes hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

wd ContinuousParameterRanges MinValue: 1e-7,
MaxValue: 1

l1 ContinuousParameterRanges MinValue: 1e-7,
MaxValue: 1

learning_rate ContinuousParameterRanges MinValue: 1e-5,
MaxValue: 1

mini_batch_size IntegerParameterRanges MinValue: 100,
MaxValue: 5000

use_bias CategoricalParameterRanges [True, False]

positive_ 
example_w 
eight_mult

ContinuousParameterRanges MinValue: 1e-5,
MaxValue: 1e5

Usar algoritmos internos 2832



Amazon SageMaker Guia do Desenvolvedor

Formatos de resposta da aprendizagem linear

Formatos de resposta JSON

Todos os algoritmos integrados do Amazon SageMaker aderem a o formato de inferência de entrada 
comum descrito em Formatos de dados gerais – inferência. Veja a seguir os formatos de saída 
disponíveis para o algoritmo de aprendizagem linear do SageMaker.

Classificação binária

let response =   { 
    "predictions":    [ 
        { 
            "score": 0.4, 
            "predicted_label": 0 
        }  
    ]
}

Classificação multiclasse

let response =   { 
    "predictions":    [ 
        { 
            "score": [0.1, 0.2, 0.4, 0.3], 
            "predicted_label": 2 
        }  
    ]
}

Regressão

let response =   { 
    "predictions":    [ 
        { 
            "score": 0.4 
        }  
    ]
}
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Formatos de resposta JSONLINES

Classificação binária

{"score": 0.4, "predicted_label": 0}

Classificação multiclasse

{"score": [0.1, 0.2, 0.4, 0.3], "predicted_label": 2}

Regressão

{"score": 0.4}

Formatos de resposta RECORDIO

Classificação binária

[ 
    Record = { 
        features = {}, 
        label = { 
            'score': { 
                keys: [], 
                values: [0.4]  # float32 
            }, 
            'predicted_label': { 
                keys: [], 
                values: [0.0]  # float32 
            } 
        } 
    }
]

Classificação multiclasse

[ 
    Record = { 
    "features": [], 
    "label":    { 
            "score":  { 
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                    "values":   [0.1, 0.2, 0.3, 0.4]    
            }, 
            "predicted_label":  { 
                    "values":   [3] 
            } 
       }, 
    "uid":  "abc123", 
    "metadata": "{created_at: '2017-06-03'}" 
   }
]

Regressão

[ 
    Record = { 
        features = {}, 
        label = { 
            'score': { 
                keys: [], 
                values: [0.4]  # float32 
            }    
        } 
    }
]

TabTransformer

TabTransformeré uma nova arquitetura de modelagem de dados tabulares profunda para 
aprendizado supervisionado. A TabTransformer arquitetura é construída em self-attention-based 
Transformers. As camadas do Transformer transformam as incorporações de recursos categóricos 
em incorporações contextuais robustas para obter maior precisão de previsão. Além disso, as 
incorporações contextuais aprendidas TabTransformer são altamente robustas contra recursos de 
dados ausentes e ruidosos e fornecem melhor interpretabilidade.

Como usar SageMaker TabTransformer

Você pode usar TabTransformer como um algoritmo SageMaker integrado da Amazon. A seção 
a seguir descreve como usar TabTransformer com o SDK do SageMaker Python. Para obter 
informações sobre como usar a interface TabTransformer do usuário do Amazon SageMaker Studio 
Classic, consulteSageMaker JumpStart.

• Use TabTransformer como um algoritmo embutido
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Use o algoritmo TabTransformer integrado para criar um contêiner TabTransformer de 
treinamento, conforme mostrado no exemplo de código a seguir. Você pode identificar 
automaticamente o URI TabTransformer integrado da imagem do algoritmo usando a SageMaker
image_uris.retrieve API (ou a get_image_uri API se estiver usando o SDK do Amazon 
SageMaker Python versão 2).

Depois de especificar o URI da TabTransformer imagem, você pode usar o TabTransformer 
contêiner para criar um estimador usando a API Estimator e SageMaker iniciar um trabalho de 
treinamento. O algoritmo TabTransformer incorporado é executado no modo script, mas o script 
de treinamento é fornecido para você e não há necessidade de substituí-lo. Se você tiver uma 
vasta experiência no uso do modo script para criar um trabalho de SageMaker treinamento, poderá 
incorporar seus próprios scripts de TabTransformer treinamento.

from sagemaker import image_uris, model_uris, script_uris

train_model_id, train_model_version, train_scope = "pytorch-
tabtransformerclassification-model", "*", "training"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the docker image
train_image_uri = image_uris.retrieve( 
    region=None, 
    framework=None, 
    model_id=train_model_id, 
    model_version=train_model_version, 
    image_scope=train_scope, 
    instance_type=training_instance_type
)

# Retrieve the training script
train_source_uri = script_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 script_scope=train_scope
)

train_model_uri = model_uris.retrieve( 
    model_id=train_model_id, model_version=train_model_version, 
 model_scope=train_scope
)

# Sample training data is available in this bucket
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training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tabular_binary/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
train"
validation_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}/
validation"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tabular-training"

s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

from sagemaker import hyperparameters

# Retrieve the default hyperparameters for training the model
hyperparameters = hyperparameters.retrieve_default( 
    model_id=train_model_id, model_version=train_model_version
)

# [Optional] Override default hyperparameters with custom values
hyperparameters[ 
    "n_epochs"
] = "50"
print(hyperparameters)

from sagemaker.estimator import Estimator
from sagemaker.utils import name_from_base

training_job_name = name_from_base(f"built-in-algo-{train_model_id}-training")

# Create SageMaker Estimator instance
tabular_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location
)
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# Launch a SageMaker Training job by passing the S3 path of the training data
tabular_estimator.fit( 
    { 
        "training": training_dataset_s3_path, 
        "validation": validation_dataset_s3_path, 
    }, logs=True, job_name=training_job_name
)

Para obter mais informações sobre como configurar o TabTransformer como um algoritmo 
incorporado, consulte os exemplos de cadernos a seguir.

• Classificação tabular com o algoritmo da Amazon SageMaker TabTransformer

• Regressão tabular com o algoritmo da Amazon SageMaker TabTransformer

Interface de entrada e saída para o TabTransformer algoritmo

TabTransformer opera em dados tabulares, com as linhas representando observações, uma coluna 
representando a variável ou rótulo de destino e as colunas restantes representando características.

A SageMaker implementação do TabTransformer suporte CSV para treinamento e inferência:

• Para treinamento ContentType, as entradas válidas devem ser text/csv.

• Para inferência ContentType, as entradas válidas devem ser text/csv.

Note

Para treinamento de CSV, o algoritmo de treinamento pressupõe que a variável de destino 
está na primeira coluna e que o CSV não tem um registro de cabeçalho.
Para inferência de CSV, o algoritmo pressupõe que a entrada do CSV não tem a coluna de 
rótulo.

Formato de entrada para dados de treinamento, dados de validação e recursos categóricos

Lembre-se de como formatar seus dados de treinamento para serem inseridos no TabTransformer 
modelo. Você precisa fornecer o caminho para um bucket do Amazon S3 que contenha seus dados 
de treinamento e validação. Você também pode incluir uma lista de recursos categóricos. Use os 
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canais training e validation para fornecer seus dados de entrada. Como alternativa, você 
pode usar somente o canal training.

Use ambos os canais training e validation

Você pode fornecer seus dados de entrada por meio de dois caminhos S3, um para o canal
training e outro para o canal validation. Cada caminho do S3 pode ser um prefixo do S3 que 
aponta para um ou mais arquivos CSV ou um caminho completo do S3 apontando para um arquivo 
CSV específico. As variáveis de destino devem estar na primeira coluna do seu arquivo CSV. As 
variáveis preditoras (atributos) devem estar nas colunas restantes. Se vários arquivos CSV forem 
fornecidos para os validation canais training ou, o TabTransformer algoritmo concatena os 
arquivos. Os dados de validação são usados para calcular uma pontuação de validação no final de 
cada iteração de reforço. A interrupção antecipada é aplicada quando a pontuação de validação para 
de melhorar.

Se seus preditores incluírem atributos categóricos, você poderá fornecer um arquivo JSON nomeado
categorical_index.json no mesmo local do arquivo ou arquivos de dados de treinamento. Se 
você fornecer um arquivo JSON para recursos categóricos, seu canal training deverá apontar 
para um prefixo S3 e não para um arquivo CSV específico. Esse arquivo deve conter um dicionário 
Python em que a chave é a string "cat_index_list" e o valor é uma lista de números inteiros 
exclusivos. Cada número inteiro na lista de valores deve indicar o índice da coluna dos recursos 
categóricos correspondentes em seu arquivo CSV de dados de treinamento. Cada valor deve ser 
um número inteiro positivo (maior que zero porque zero representa o valor alvo), menor que o
Int32.MaxValue (2147483647) e menor que o número total de colunas. Só deve haver um arquivo 
JSON de índice categórico.

Use somente o canal training:

Como alternativa, você pode fornecer seus dados de entrada por meio de um único caminho 
S3 para o canal training. Esse caminho do S3 deve apontar para um diretório com um 
subdiretório chamado training/ que contém um ou mais arquivos CSV. Opcionalmente, você 
pode incluir outro subdiretório no mesmo local chamado validation/ que também tenha um 
ou mais arquivos CSV. Se os dados de validação não forem fornecidos, 20% dos seus dados 
de treinamento serão amostrados aleatoriamente para servir como dados de validação. Se seus 
preditores incluírem atributos categóricos, você poderá fornecer um arquivo JSON nomeado
categorical_index.json no mesmo local dos seus subsidiretórios.
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Note

Para o modo de entrada de treinamento CSV, a memória total disponível para o algoritmo 
(contagem de instância multiplicada pela memória disponível no InstanceType) deve ser 
capaz de conter o conjunto de dados de treinamento.

Recomendação de instância do Amazon EC2 para o algoritmo TabTransformer

SageMaker TabTransformer oferece suporte ao treinamento de CPU de instância única e GPU 
de instância única. Apesar de os custos por instância serem mais altos, as GPUs treinam mais 
rapidamente, o que as tornam mais econômicas. Para aproveitar o treinamento da GPU, especifique 
o tipo de instância como uma das instâncias da GPU (por exemplo, P3). SageMaker TabTransformer 
atualmente não oferece suporte ao treinamento de várias GPUs.

TabTransformer cadernos de amostra

A tabela a seguir descreve uma variedade de exemplos de notebooks que abordam diferentes casos 
de uso do algoritmo da Amazon SageMaker TabTransformer .

Título do caderno Descrição

Classificação tabular com o algoritmo da 
Amazon SageMaker TabTransformer

Este notebook demonstra o uso do SageMaker 
TabTransformer algoritmo da Amazon para 
treinar e hospedar um modelo de classificação 
tabular.

Regressão tabular com o algoritmo da Amazon 
SageMaker TabTransformer

Este notebook demonstra o uso do SageMaker 
TabTransformer algoritmo da Amazon para 
treinar e hospedar um modelo de regressão 
tabular.

Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode 
usar para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker Notebook
Depois de criar uma instância do notebook e abri-la, escolha a guia SageMakerExemplos para ver 
uma lista de todas as SageMaker amostras. Para abrir um caderno, escolha sua guia Use (Uso) e 
depois escolha Create copy (Criar cópia).
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Como TabTransformer funciona

TabTransformer é uma nova arquitetura de modelagem de dados tabulares profunda para 
aprendizado supervisionado. TabTransformer É baseado em Transformers baseados em 
autoatenção. As camadas do Transformer transformam as incorporações de recursos categóricos 
em incorporações contextuais robustas para obter maior precisão de previsão. Além disso, as 
incorporações contextuais aprendidas TabTransformer são altamente robustas contra recursos de 
dados ausentes e ruidosos e fornecem melhor interpretabilidade.

TabTransformer tem um bom desempenho em competições de aprendizado de máquina devido 
ao gerenciamento robusto de uma variedade de tipos de dados, relacionamentos, distribuições e 
à diversidade de hiperparâmetros que você pode ajustar. Você pode usar TabTransformer para 
problemas de regressão, classificação (binária e multiclasse) e classificação.

O diagrama a seguir ilustra a TabTransformer arquitetura.
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Para obter mais informações, consulte TabTransformer: Modelagem de dados tabulares usando 
incorporações contextuais.

TabTransformer hiperparâmetros

A tabela a seguir contém o subconjunto de hiperparâmetros que são necessários ou mais 
comumente usados para o algoritmo da Amazon SageMaker TabTransformer . Os usuários definem 
esses parâmetros para facilitar a estimativa dos parâmetros do modelo a partir dos dados. O 
SageMaker TabTransformer algoritmo é uma implementação do TabTransformerpacote de código 
aberto.
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Note

Os hiperparâmetros padrão são baseados em conjuntos de dados de exemplo no
TabTransformer cadernos de amostra.

O SageMaker TabTransformer algoritmo escolhe automaticamente uma métrica de avaliação e uma 
função objetiva com base no tipo de problema de classificação. O TabTransformer algoritmo detecta 
o tipo de problema de classificação com base no número de rótulos em seus dados. Para problemas 
de regressão, a métrica de avaliação é o r quadrático e a função objetivo é o erro quadrático médio. 
Para problemas de classificação binária, a métrica de avaliação e a função objetiva são ambas 
entropia cruzada binária. Para problemas de classificação multiclasse, a métrica de avaliação e a 
função objetiva são ambas entropia cruzada multiclasse.

Note

A métrica de TabTransformer avaliação e as funções objetivas não estão atualmente 
disponíveis como hiperparâmetros. Em vez disso, o algoritmo SageMaker TabTransformer 
integrado detecta automaticamente o tipo de tarefa de classificação (regressão, binária ou 
multiclasse) com base no número de números inteiros exclusivos na coluna do rótulo e atribui 
uma métrica de avaliação e uma função objetiva.

Nome do parâmetro Descrição

n_epochs Número de épocas para treinar a rede neural profunda.

Valores válidos: inteiro, intervalo: inteiro positivo.

Valor padrão: 5.

patience O treinamento será interrompido se uma métrica de um 
ponto de dados de validação não melhorar na última rodada
patience.

Valores válidos: flutuante, intervalo: (2, 60).

Valor padrão: 10.
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Nome do parâmetro Descrição

learning_rate A taxa na qual os pesos do modelo são atualizados depois de 
analisar cada lote de exemplos de treinamento.

Valores válidos: flutuante, intervalo: número de ponto flutuante 
positivo.

Valor padrão: 0.001.

batch_size O número de exemplos propagados pela rede.

Valores válidos: flutuante, intervalo: (1, 2048).

Valor padrão: 256.

input_dim A dimensão das incorporações para codificar as colunas 
categóricas e/ou contínuas.

Valores válidos: string, qualquer um dos seguintes: "16", "32",
"64", "128", "256" ou "512".

Valor padrão: "32".

n_blocks O número de blocos do codificador Transformer.

Valores válidos: flutuante, intervalo: (1, 12).

Valor padrão: 4.

attn_dropout Taxa de desistência aplicada às camadas Multi-Head Attention.

Valores válidos: flutuante, intervalo: (0, 1).

Valor padrão: 0.2.
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Nome do parâmetro Descrição

mlp_dropout Taxa de abandono aplicada à FeedForward rede dentro das 
camadas do codificador e às camadas MLP finais sobre os 
codificadores do Transformer.

Valores válidos: flutuante, intervalo: (0, 1).

Valor padrão: 0.1.

frac_shared_embed A fração de incorporações compartilhadas por todas as diferente 
s categorias de uma coluna específica.

Valores válidos: flutuante, intervalo: (0, 1).

Valor padrão: 0.25.

Ajustar um TabTransformer modelo

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados de treinamento e validação. O ajuste do modelo se concentra nos 
seguintes hiperparâmetros:

Note

A função de objetivo de aprendizagem e a métrica de avaliação são ambas atribuídas 
automaticamente com base no tipo de tarefa de classificação, que é determinado pelo 
número de números inteiros exclusivos na coluna do rótulo. Para ter mais informações, 
consulte TabTransformer hiperparâmetros.

• Uma função de objetivo de aprendizado para otimizar durante o treinamento do modelo

• Uma métrica de avaliação usada para avaliar o desempenho do modelo durante a validação

• Um conjunto de hiperparâmetros e uma faixa de valores para cada um usar ao ajustar o modelo 
automaticamente
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O ajuste de modelo automático pesquisa os seus hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica escolhida.

Note

O ajuste automático do modelo para TabTransformer está disponível somente nos 
SageMaker SDKs da Amazon, não no SageMaker console.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas de avaliação calculadas pelo algoritmo TabTransformer

O SageMaker TabTransformer algoritmo calcula as seguintes métricas para usar na validação 
do modelo. A métrica de avaliação é atribuída automaticamente com base no tipo de tarefa de 
classificação, que é determinado pelo número de números inteiros exclusivos na coluna do rótulo.

Nome da métrica Descrição Direção de 
otimização

Padrão Regex

r2 r quadrado maximizar "metrics= 
{'r2': (\\S
+)}"

f1_score entropia cruzada binária maximizar "metrics= 
{'f1': (\\S
+)}"

accuracy_ 
score

entropia cruzada multiclasse maximizar "metrics= 
{'accurac 
y': (\\S
+)}"

Hiperparâmetros ajustáveis TabTransformer

Ajuste o TabTransformer modelo com os seguintes hiperparâmetros. Os hiperparâmetros 
que têm o maior efeito na otimização das métricas de TabTransformer avaliação 
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são:learning_rate,input_dim,n_blocks, attn_dropoutmlp_dropout, e.
frac_shared_embed Para obter uma lista de todos os TabTransformer hiperparâmetros, 
consulteTabTransformer hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRanges MinValue: 0,001, 
MaxValue: 0,01

input_dim CategoricalParameterRanges [16, 32, 64, 128,
256, 512]

n_blocks IntegerParameterRanges MinValue: 1, 
MaxValue 12

attn_dropout ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,8

mlp_dropout ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,8

frac_shar 
ed_embed

ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,5

Algoritmo XGBoost

O XGBoost (eXtreme Gradient Boosting) é uma conhecida e eficiente implantação de código aberto 
do algoritmo baseado em árvores com gradient boosting. O aumento de gradiente é um algoritmo 
de aprendizagem supervisionada que tenta prever com precisão uma variável de destino. Para 
isso, combina um grupo de estimativas de um conjunto de modelos mais simples e mais fracos. 
O algoritmo XGBoost tem desempenho satisfatório em competições de machine learning devido 
ao seu manuseio robusto de diversos tipos de dados, relações, distribuições e uma variedade de 
hiperparâmetros que você pode ajustar. Você pode usar o XGBoost para regressão, classificação 
(binária e multiclasse) e problemas de classificação.

Você pode usar a nova versão do algoritmo XGBoost como um algoritmo SageMaker integrado da 
Amazon ou como uma estrutura para executar scripts de treinamento em seus ambientes locais. 
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Essa implementação tem um espaço de memória menor, melhor registro em log, melhor validação 
de hiperparâmetros e um conjunto expandido de métricas do que a versões originais. Ela fornece 
um estimator do XGBoost que executa um script de treinamento em um ambiente XGBoost 
gerenciado. A versão atual do SageMaker XGBoost é baseada nas versões 1.0, 1.2, 1.3, 1.5 e 1.7 
originais do XGBoost.

Versões compatíveis

• Modo de estrutura de trabalho (código aberto): 1.0-1, 1.2-1, 1.2-2, 1.3-1, 1.5-1, 1.7-1

• Modo de algoritmo: 1.0-1, 1.2-1, 1.2-2, 1.3-1, 1.5-1, 1.7-1

Warning

Devido à capacidade computacional necessária, a versão 1.7-1 do SageMaker XGBoost 
não é compatível com instâncias de GPU da família de instâncias P2 para treinamento ou 
inferência.

Important

Ao recuperar o URI da imagem do SageMaker XGBoost, não use :latest ou :1 para a 
tag URI da imagem. Você deve especificar um deles Versões compatíveis para escolher o 
contêiner XGBoost SageMaker gerenciado com a versão nativa do pacote XGBoost que você 
deseja usar. Para encontrar a versão do pacote migrada para os contêineres do SageMaker 
XGBoost, consulte Caminhos de registro do Docker e código de exemplo, escolha seu 
Região da AWS e navegue até a seção XGBoost (algoritmo).

Warning

A versão 0.90 do XGBoost foram descontinuadas. O suporte para atualizações de segurança 
ou correções de erros para o XGBoost 0.90 foi descontinuado. É altamente recomendável 
atualizar a versão do XGBoost para uma das versões mais recentes.
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Note

O XGBoost v1.1 não é suportado SageMaker porque o XGBoost 1.1 tem uma capacidade 
interrompida de executar predições quando a entrada de teste tem menos recursos do que 
os dados de treinamento nas entradas LIBSVM. Essa capacidade foi restaurada no XGBoost 
v1.2. Considere usar o SageMaker XGBoost 1.2-2 ou posterior.

Como usar o SageMaker XGBoost

Com SageMaker, você pode usar o XGBoost como um algoritmo ou estrutura embutida. Ao usar 
o XGBoost como estrutura de trabalho, você tem mais flexibilidade e acesso a cenários mais 
avançados, como validação cruzada k-fold, pois é possível personalizar seus próprios scripts 
de treinamento. As seções a seguir descrevem como usar o XGBoost com o SDK do Python 
SageMaker . Para obter informações sobre como usar o XGBoost na interface do usuário do Amazon 
SageMaker Studio Classic, consulte. SageMaker JumpStart

• Usar o XGBoost como uma framework

Use o XGBoost como uma estrutura de trabalho para executar scripts de treinamento 
personalizados que podem incorporar processamento de dados adicional aos trabalhos de 
treinamento. No exemplo de código a seguir, você pode descobrir como o SageMaker Python 
SDK fornece a API XGBoost como uma estrutura da mesma forma que fornece outras APIs de 
estrutura, como MXNet e. TensorFlow PyTorch

import boto3
import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.session import Session
from sagemaker.inputs import TrainingInput

# initialize hyperparameters
hyperparameters = { 
        "max_depth":"5", 
        "eta":"0.2", 
        "gamma":"4", 
        "min_child_weight":"6", 
        "subsample":"0.7", 
        "verbosity":"1", 
        "objective":"reg:squarederror", 
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        "num_round":"50"}

# set an output path where the trained model will be saved
bucket = sagemaker.Session().default_bucket()
prefix = 'DEMO-xgboost-as-a-framework'
output_path = 's3://{}/{}/{}/output'.format(bucket, prefix, 'abalone-xgb-framework')

# construct a SageMaker XGBoost estimator
# specify the entry_point to your xgboost training script
estimator = XGBoost(entry_point = "your_xgboost_abalone_script.py",  
                    framework_version='1.7-1', 
                    hyperparameters=hyperparameters, 
                    role=sagemaker.get_execution_role(), 
                    instance_count=1, 
                    instance_type='ml.m5.2xlarge', 
                    output_path=output_path)

# define the data type and paths to the training and validation datasets
content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'), 
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 
 'validation'), content_type=content_type)

# execute the XGBoost training job
estimator.fit({'train': train_input, 'validation': validation_input})

Para obter um end-to-end exemplo de uso do SageMaker XGBoost como estrutura, consulte
Regressão com o Amazon XGBoost SageMaker

• Usar o XGBoost como um algoritmo integrado

Use o algoritmo integrado XGBoost para criar um contêiner de treinamento XGBoost como 
mostrado no exemplo de código a seguir. Você pode identificar automaticamente o URI de imagem 
do algoritmo integrado do XGBoost usando a SageMaker image_uris.retrieve API (ou a
get_image_uri API se estiver usando o SDK do Amazon SageMaker Python versão 1). Se 
quiser garantir que a API image_uris.retrieve encontre o URI correto, consulte  Parâmetros 
comuns para algoritmos integrados e procure xgboost na lista completa de URIs de imagem de 
algoritmo integrado e regiões disponíveis.

Depois de especificar o URI da imagem do XGBoost, você pode usar o contêiner XGBoost para 
construir um estimador usando a API Estimator e iniciar um trabalho de treinamento SageMaker . 
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Esse modo de algoritmo integrado XGBoost não incorpora seu próprio script de treinamento 
XGBoost e é executado diretamente nos conjuntos de dados de entrada.

Important

Ao recuperar o URI da imagem do SageMaker XGBoost, não use :latest ou :1 para a 
tag URI da imagem. Você deve especificar um deles Versões compatíveis para escolher 
o contêiner XGBoost SageMaker gerenciado com a versão nativa do pacote XGBoost 
que você deseja usar. Para encontrar a versão do pacote migrada para os contêineres 
do SageMaker XGBoost, consulte Caminhos de registro do Docker e código de exemplo, 
escolha seu Região da AWS e navegue até a seção XGBoost (algoritmo).

import sagemaker
import boto3
from sagemaker import image_uris
from sagemaker.session import Session
from sagemaker.inputs import TrainingInput

# initialize hyperparameters
hyperparameters = { 
        "max_depth":"5", 
        "eta":"0.2", 
        "gamma":"4", 
        "min_child_weight":"6", 
        "subsample":"0.7", 
        "objective":"reg:squarederror", 
        "num_round":"50"}

# set an output path where the trained model will be saved
bucket = sagemaker.Session().default_bucket()
prefix = 'DEMO-xgboost-as-a-built-in-algo'
output_path = 's3://{}/{}/{}/output'.format(bucket, prefix, 'abalone-xgb-built-in-
algo')

# this line automatically looks for the XGBoost image URI and builds an XGBoost 
 container.
# specify the repo_version depending on your preference.
xgboost_container = sagemaker.image_uris.retrieve("xgboost", region, "1.7-1")

# construct a SageMaker estimator that calls the xgboost-container
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estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container,  
                                          hyperparameters=hyperparameters, 
                                          role=sagemaker.get_execution_role(), 
                                          instance_count=1,  
                                          instance_type='ml.m5.2xlarge',  
                                          volume_size=5, # 5 GB  
                                          output_path=output_path)

# define the data type and paths to the training and validation datasets
content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'), 
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 
 'validation'), content_type=content_type)

# execute the XGBoost training job
estimator.fit({'train': train_input, 'validation': validation_input})

Para obter mais informações sobre como configurar o XGBoost como algoritmo integrado, consulte 
os seguintes exemplos de bloco de anotações.

• Treinamento de spot gerenciado para XGBoost

• Regressão com Amazon SageMaker XGBoost (entrada Parquet)

Interface de entrada/saída para o algoritmo XGBoost

O aumento de gradiente trabalha em dados tabulares: as linhas representam as observações, uma 
coluna representa a variável de destino ou rótulo, e as demais colunas representam os atributos.

A SageMaker implementação do XGBoost suporta os seguintes formatos de dados para treinamento 
e inferência:

• text/libsvm (padrão)

• text/csv

• application/x-parquet

• aplicação/ x-recordio-protobuf
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Note

Há algumas considerações sobre as quais você deve estar ciente em relação às entradas de 
treinamento e inferência:

• Para treinamento com entrada colunar, o algoritmo pressupõe que a variável de destino 
(rótulo) está na primeira coluna. Para inferência, o algoritmo pressupõe que a entrada não 
tem a coluna de rótulo.

• Para dados CSV, a entrada não deve ter um registro de cabeçalho.

• Para treinamento do LIBSVM, o algoritmo pressupõe que as colunas subsequentes após a 
coluna do rótulo contêm os pares de valores de índice baseados em zero para os atributos. 
Portanto, cada linha tem o formato: : <label> <index0>:<value0> <index1>:<value1>.

• Para obter informações sobre os tipos de instância e o treinamento distribuído, consulte
Recomendação de instâncias do EC2 para o algoritmo XGBoost.

Para o modo de entrada do treinamento CSV, a memória total disponível para o algoritmo (contagem 
de instância * a memória disponível no InstanceType) deve ser capaz de conter o conjunto de 
dados de treinamento. Para o modo de entrada de treinamento libsvm, não é necessário, mas 
recomendado.

Para a versão 1.3-1 e posterior, o SageMaker XGBoost salva o modelo no formato binário interno do 
XGBoost, usando o. Booster.save_model As versões anteriores usam o módulo pickle do Python 
para serializar/desserializar o modelo.

Note

Esteja atento às versões ao usar um modelo XGBoost no SageMaker XGBoost de código 
aberto. As versões 1.3-1 e posteriores usam o formato binário interno do XGBoost, enquanto 
as versões anteriores usam o módulo pickle do Python.

Para usar um modelo treinado com o SageMaker XGBoost v1.3-1 ou posterior no XGBoost de código 
aberto

• Use o código do Python a seguir:

import xgboost as xgb
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xgb_model = xgb.Booster()
xgb_model.load_model(model_file_path)
xgb_model.predict(dtest)

Para usar um modelo treinado com versões anteriores do SageMaker XGBoost no XGBoost de 
código aberto

• Use o código do Python a seguir:

import pickle as pkl  
import tarfile

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = pkl.load(open(model_file_path, 'rb'))

# prediction with test data
pred = model.predict(dtest)

Para diferenciar a importância dos pontos de dados rotulados, use Suportes de peso de instância

• SageMaker O XGBoost permite que os clientes diferenciem a importância dos pontos de 
dados rotulados atribuindo a cada instância um valor de peso. Para a entrada text/libsvm, os 
clientes podem atribuir valores de peso a instâncias de dados, anexando-os após os rótulos. 
Por exemplo, label:weight idx_0:val_0 idx_1:val_1.... Para entrada text/csv, os 
clientes precisam ativar o sinalizador csv_weights nos parâmetros e anexar valores de peso 
na coluna após os rótulos. Por exemplo: label,weight,val_0,val_1,...).

Recomendação de instâncias do EC2 para o algoritmo XGBoost

SageMaker O XGBoost suporta treinamento e inferência de CPU e GPU. As recomendações 
de instância dependem das necessidades de treinamento e inferência, bem como da versão do 
algoritmo XGBoost. Escolha uma das opções a seguir para obter mais informações:

• Treinamento de CPU

• Treinamento de GPU
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• Treinamento de CPU distribuído

• Treinamento de GPU distribuído

• Inferência

Treinamento

O algoritmo SageMaker XGBoost suporta treinamento de CPU e GPU.

Treinamento de CPU

SageMaker O XGBoost 1.0-1 ou anterior treina apenas usando CPUs. É um algoritmo de uso 
intensivo de memória (ao contrário dos de uso intensivo de computação). Portanto, uma instância de 
computação de uso geral (por exemplo, M5) é uma opção melhor do que uma instância otimizada 
para computação (por exemplo, C4). Além disso, recomendamos que você tenha memória total 
suficiente em instâncias específicas para armazenar os dados de treinamento. Embora ele suporte 
o uso de espaço em disco para lidar com dados que não cabem na memória principal (o out-of-core 
recurso disponível com o modo de entrada libsvm), gravar arquivos de cache no disco diminui o 
tempo de processamento do algoritmo.

Treinamento de GPU

SageMaker A versão 1.2-2 ou posterior do XGBoost suporta treinamento em GPU. Apesar de os 
custos por instância serem mais altos, as GPUs treinam mais rapidamente, o que as tornam mais 
econômicas.

SageMaker A versão 1.2-2 ou posterior do XGBoost oferece suporte às famílias de instâncias de 
GPU P2, P3, G4dn e G5.

SageMaker A versão 1.7-1 ou posterior do XGBoost oferece suporte às famílias de instâncias de 
GPU P3, G4dn e G5. Observe que, devido aos requisitos de capacidade computacional, a versão 
1.7-1 ou posterior não oferece suporte à família de instâncias P2.

Para aproveitar o treinamento da GPU, especifique o tipo de instância como uma das instâncias 
de GPU (por exemplo, P3) e defina o hiperparâmetro tree_method como gpu_hist no script do 
XGBoost existente.

Treinamento distribuído

SageMaker O XGBoost oferece suporte a instâncias de CPU e GPU para treinamento distribuído.
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Treinamento de CPU distribuído

Para executar o treinamento de CPU em várias instâncias, defina o parâmetro instance_count do 
estimador como um valor maior que um. Os dados de entrada devem ser divididos entre o número 
total de instâncias.

Divida os dados de entrada entre as instâncias

Divida os dados de entrada usando as seguintes etapas:

1. Divida os dados de entrada em arquivos menores. O número de arquivos deve ser pelo menos 
igual ao número de instâncias usadas para o treinamento distribuído. O uso de vários arquivos 
menores em vez de um arquivo grande também diminui o tempo de download dos dados para o 
trabalho de treinamento.

2. Ao criar seu TrainingInput, defina o parâmetro de distribuição comoShardedByS3Key. Esse 
parâmetro garante que cada instância receba aproximadamente 1/n do número de arquivos no 
S3 se houver n instâncias especificadas no trabalho de treinamento.

Treinamento de GPU distribuído

Você pode usar o treinamento distribuído com instâncias de GPU única ou várias GPUs.

Treinamento distribuído com instâncias de GPU única

SageMaker As versões 1.2-2 a 1.3-1 do XGBoost oferecem suporte apenas ao treinamento de 
instância de GPU única. Isso significa que, mesmo que você selecione uma instância com várias 
GPUs, somente uma GPU será usada por instância.

Se você usa as versões 1.2-2 a 1.3-1 do XGBoost, ou se não precisa usar instâncias com várias 
GPUs, divida seus dados de entrada entre o número total de instâncias. Para ter mais informações, 
consulte Divida os dados de entrada entre as instâncias.

Note

As versões 1.2-2 a 1.3-1 do SageMaker XGBoost usam apenas uma GPU por instância, 
mesmo se você escolher uma instância com várias GPUs.

Treinamento distribuído com instâncias de várias GPUs
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A partir da versão 1.5-1, o SageMaker XGBoost oferece treinamento distribuído de GPU com o Dask.
Com o Dask, você pode utilizar todas as GPUs ao usar uma ou mais instâncias com várias GPUs. O 
Dask também funciona ao usar instâncias de várias GPUs.

Treine com o Dask usando as seguintes etapas:

1. Omita o distribution parâmetro em seu TrainingInputou defina-o como. FullyReplicated

2. Ao definir seus hiperparâmetros, defina use_dask_gpu_training como "true".

Important

O treinamento distribuído com o Dask oferece suporte apenas para formatos de entrada CSV 
e Parquet. Se você usar outros formatos de dados, como LIBSVM ou PROTOBUF, o trabalho 
de treinamento falhará.
Para dados do Parquet, verifique se os nomes das colunas estão salvos como cadeias de 
caracteres. As colunas com nomes de outros tipos de dados não serão carregadas.

Important

O treinamento distribuído com o Dask não oferece suporte para o modo pipe. Se o modo 
pipe for especificado, o trabalho de treinamento falhará.

Há algumas considerações a serem observadas ao treinar o SageMaker XGBoost com o Dask. 
Lembre–se de dividir seus dados em arquivos menores. O Dask lê cada arquivo Parquet como uma 
partição. Há um operador do Dask para cada GPU, então o número de arquivos deve ser maior que 
o número total de GPUs (contagem de instâncias x número de GPUs por instância). Ter um número 
muito grande de arquivos também pode prejudicar o desempenho. Para obter mais informações, 
consulte Práticas recomendadas do Dask.

Variações na saída

O hiperparâmetro tree_method especificado determina o algoritmo usado para o treinamento do 
XGBoost. Os métodos de árvore approx, hist e gpu_hist são todos métodos aproximados e 
usam esboços para cálculo de quantil. Para ter mais informações, consulte Métodos de árvore na 
documentação do XGBoost. O esboço é um algoritmo aproximado. Portanto, você pode esperar 
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variações no modelo dependendo de fatores como o número de operadores escolhidos para o 
treinamento distribuído. A importância da variação depende dos dados.

Inferência

SageMaker O XGBoost suporta instâncias de CPU e GPU para inferência. Para obter informações 
sobre os tipos de instância para inferência, consulte Tipos de instância do Amazon SageMaker ML.

Blocos de anotações de amostra do XGBoost

A tabela a seguir descreve uma variedade de exemplos de notebooks que abordam diferentes casos 
de uso do algoritmo Amazon SageMaker XGBoost.

Título do caderno Descrição

Como criar um contêiner personalizado do 
XGBoost?

Este caderno mostra como criar um contêiner 
XGBoost personalizado com o Amazon 
SageMaker Batch Transform.

Regressão com XGBoost usando Parquet Este caderno mostra como usar o conjunto 
de dados Abalone no Parquet para treinar um 
modelo do XGBoost.

Como treinar e hospedar um modelo de 
classificação multiclasse?

Este caderno mostra como usar o conjunto 
de dados MNIST para treinar e hospedar um 
modelo de classificação multiclasse.

Como treinar um modelo para predição de 
fragmentos de clientes?

Este caderno mostra como treinar um modelo 
para prever a saída de clientes móveis em um 
esforço para identificar clientes insatisfeitos.

Uma introdução à infraestrutura Amazon 
SageMaker Managed Spot para treinamento 
XGBoost

Este caderno mostra como usar instâncias 
spot para treinamento com um contêiner do 
XGBoost.

Como usar o Amazon SageMaker Debugger 
para depurar trabalhos de treinamento do 
XGBoost?

Este notebook mostra como usar o Amazon 
SageMaker Debugger para monitorar trabalhos 
de treinamento e detectar inconsistências 
usando regras de depuração integradas.
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Título do caderno Descrição

Como usar o Amazon SageMaker Debugger 
para depurar trabalhos de treinamento do 
XGBoost em tempo real?

Este notebook mostra como usar o conjunto 
de dados MNIST e o Amazon SageMaker 
Debugger para realizar análises em tempo 
real das tarefas de treinamento do XGBoost 
enquanto as tarefas de treinamento estão em 
execução.

Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode usar 
para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker Notebook Depois 
de criar uma instância do notebook e abri-la, escolha a guia SageMakerExemplos para ver uma lista 
de todas as SageMaker amostras. Os blocos de anotações de exemplo de modelagem de tópicos 
que usam os algoritmos de aprendizagem linear estão localizados na seção Introdução a algoritmos 
da Amazon. Para abrir um caderno, escolha sua guia Use (Uso) e depois escolha Create copy (Criar 
cópia).

Como o XGBoost funciona

OXGBoost é uma conhecida e eficiente implantação de código aberto do algoritmo baseado 
em árvores com gradient boosting. O aumento de gradiente é um algoritmo de aprendizagem 
supervisionada, que tenta prever com precisão uma variável de destino. Para isso, combina as 
estimativas de um conjunto de modelos mais simples e mais fracos.

No uso do aumento de gradiente para regressão, as aprendizagens fracas são árvores de regressão, 
e cada uma dessas árvores mapeia um ponto de dados de entrada para uma das folhas que contém 
uma pontuação contínua. O XGBoost minimiza uma função objetiva (L1 e L2) regularizada que 
combina uma função de perda convexa (com base na diferença entre o previsto e as saídas de 
destino) com um termo de penalidade para complexidade de modelo (em outras palavras, as funções 
da árvore de regressão). O treinamento prossegue iterativamente, adicionando novas árvores 
que preveem resíduos ou erros de árvores anteriores, com as quais são combinadas para fazer 
a previsão final. É chamado de aumento de gradiente porque usa um algoritmo descendente de 
gradiente para minimizar a perda quando novos modelos são adicionados.

Abaixo está uma breve ilustração de como funciona o aumento de gradiente da árvore.
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Para obter mais detalhes sobre o XGBoost, consulte os seguintes artigos (em inglês):

• XGBoost: A Scalable Tree Boosting System

• Aumento de gradiente da árvore

• Introduction to Boosted Trees

Hiperparâmetros do XGBoost

A tabela a seguir contém o subconjunto de hiperparâmetros que são necessários ou mais 
comumente usados para o algoritmo Amazon SageMaker XGBoost. Esses parâmetros são 
definidos pelos usuários para facilitar a estimativa dos parâmetros do modelo a partir dos dados. Os 
hiperparâmetros necessários que devem ser definidos são listados primeiro, em ordem alfabética. Os 
hiperparâmetros opcionais que podem ser configurados são listados em seguida, também em ordem 
alfabética. O algoritmo XGBoost do SageMaker é uma implementação do pacote DMLC XGBoost de 
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código aberto. Para obter detalhes sobre o conjunto completo de hiperparâmetros que podem ser 
configurados para esta versão do XGBoost, consulte Parâmetros do XGBoost.

Nome do parâmetro Descrição

num_class O número de classes.

Obrigatório se objective  estiver definido como multi:softmax
ou multi:softprob.

Valores válidos: inteiro.

num_round O número de rodadas para execução do treinamento.

Obrigatório

Valores válidos: inteiro.

alpha Termo de regularização L1 nos pesos. Aumentar esse valor 
torna os modelos mais conservadores.

Opcional

Valores válidos: flutuante.

Valor padrão: 0

base_score A pontuação de previsão inicial de todas as instâncias, a 
polarização global.

Opcional

Valores válidos: flutuante.

Valor padrão: 0.5

booster O objeto de aumento a ser usado. Os valores gbtree e dart
usam um modelo baseado em árvore, enquanto gblinear usa 
uma função linear.

Opcional
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Nome do parâmetro Descrição

Valores válidos: String. "gbtree", "gblinear"  ou "dart".

Valor padrão: "gbtree"

colsample_bylevel Taxa de subsampling de colunas para cada divisão, em cada 
nível.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 1

colsample_bynode Taxa de subamostra de colunas de cada nó.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 1

colsample_bytree Taxa de subsampling de colunas ao criar cada árvore.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 1

csv_weights Quando esse sinalizador está habilitado, o XGBoost diferencia a 
importância de instâncias para a entrada csv usando a segunda 
coluna (a coluna após os rótulos) nos dados de treinamento 
como os pesos da instância.

Opcional

Valores válidos: 0 ou 1

Valor padrão: 0
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Nome do parâmetro Descrição

deterministic_hist 
ogram

Quando esse sinalizador é habilitado, o XGBoost cria o 
histograma na GPU de forma determinística. Usado somente 
quando tree_method  está definido como gpu_hist.

Para obter uma lista completa de entradas válidas, consulte este 
artigo sobre parâmetros do XGBoost.

Opcional

Valores válidos: String. Intervalo: "true" ou "false".

Valor padrão: "true"

early_stopping_rou 
nds

O modelo será treinado até que a pontuação de validação pare 
de melhorar. Os erros de validação precisam diminuir pelo 
menos a cada ciclo completo de early_stopping_rounds
para continuar o treinamento. A hospedagem do SageMaker 
usa o melhor modelo para inferência.

Opcional

Valores válidos: inteiro.

Valor padrão: -

eta Diminuição do tamanho das etapas: técnica usada em atualizaç 
ões para evitar o sobreajuste. Depois de cada etapa de 
aumento, você pode obter os pesos dos novos recursos 
diretamente. Na verdade, o parâmetro eta diminui os pesos dos 
recursos para tornar o processo de aumento mais conservador.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 0.3
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Nome do parâmetro Descrição

eval_metric Métricas de avaliação para os dados de validação. Uma métrica 
padrão é atribuída de acordo com o objetivo:

• rmse: para regressão

• error: para classificação

• map: para classificação

Para obter uma lista de entradas válidas, consulte Parâmetros 
de tarefa de aprendizado do XGBoost.

Opcional

Valores válidos: String.

Valor padrão: de acordo com o objetivo.

gamma A redução de perda mínima necessária para fazer uma partição 
adicional em um nó de folha da árvore. Quanto maior for o 
parâmetro, mais conservador será o algoritmo.

Opcional

Valores válidos: flutuante. Intervalo: [0,∞).

Valor padrão: 0

grow_policy Controla a forma como os novos nós são adicionados à árvore. 
No momento, ele apenas tem suporte quando tree_method
está definido como hist.

Opcional

Valores válidos: String. "depthwise"  ou "lossguide" .

Valor padrão: "depthwise"
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Nome do parâmetro Descrição

interaction_constr 
aints

Especifique grupos de variáveis que podem interagir.

Opcional

Valores válidos: Lista aninhada de números inteiros. Cada 
número inteiro representa um atributo, e cada lista aninhada 
contém atributos que podem interagir, por exemplo, [[1,2], 
[3,4,5]].

Valor padrão: Nenhum

lambda Termo de regularização L2 nos pesos. Aumentar esse valor 
torna os modelos mais conservadores.

Opcional

Valores válidos: flutuante.

Valor padrão: 1

lambda_bias Termo de regularização L2 na polarização.

Opcional

Valores válidos: flutuante. Intervalo: [0.0, 1.0].

Valor padrão: 0

max_bin O número máximo de compartilhamentos distintos para 
os recursos contínuos de bucket. Usado somente quando
tree_method  está definido como hist.

Opcional

Valores válidos: inteiro.

Valor padrão: 256
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Nome do parâmetro Descrição

max_delta_step O máximo de etapas delta permitido para a estimativa de peso 
de cada árvore. Quando um inteiro positivo é usado, ajuda a 
tornar a atualização mais conservadora. A opção preferida é 
usá-lo em regressão logística. Defina-o como 1 a 10 para ajudar 
a controlar a atualização.

Opcional

Valores válidos: inteiro. Intervalo: [0,∞).

Valor padrão: 0

max_depth A profundidade máxima de uma árvore. Aumentar esse valor 
torna o modelo mais complexo e propenso a sofrer sobreajus 
te. 0 indica que não há limite. Um limite é necessário quando
grow_policy =depth-wise .

Opcional

Valores válidos: inteiro. Intervalo: [0,∞)

Valor padrão: 6

max_leaves O número máximo de nós a ser adicionado. Relevante apenas 
quando grow_policy  está definido como lossguide .

Opcional

Valores válidos: inteiro.

Valor padrão: 0
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Nome do parâmetro Descrição

min_child_weight A soma mínima de peso de instância (hessiano) necessári 
a em um elemento filho. Se a etapa de partição da árvore 
resulta em um nó de folha com a soma de peso de instância 
inferior a min_child_weight , o processo de criação cede 
mais particionamento. Em modelos de regressão linear, isso 
basicamente corresponde ao número mínimo de instâncias 
necessárias em cada nó. Quanto maior for o algoritmo, mais 
conservador ele será.

Opcional

Valores válidos: flutuante. Intervalo: [0,∞).

Valor padrão: 1

monotone_constraints Especifica as restrições de monotonicidade em qualquer 
atributo.

Opcional

Valores válidos: Tupla de números inteiros. Números inteiros 
válidos: -1 (restrição decrescente), 0 (sem restrição), 1 (restrição 
crescente).

Por exemplo, (0, 1): Nenhuma restrição no primeiro preditor 
e uma restrição crescente no segundo. (-1, 1): Restrição 
decrescente no primeiro preditor e uma restrição crescente no 
segundo.

Valor padrão: (0, 0)

normalize_type Tipo de algoritmo de normalização.

Opcional

Valores válidos: tree ou forest.

Valor padrão: tree
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Nome do parâmetro Descrição

nthread Número de threads paralelos usado para executar xgboost.

Opcional

Valores válidos: inteiro.

Valor padrão: o número máximo de threads.

objective Especifica a tarefa de aprendizagem e o objetivo de aprendiza 
gem correspondente. Exemplos: reg:logistic , multi:sof 
tmax , reg:squarederror . Para obter uma lista completa 
de entradas válidas, consulte Parâmetros de tarefa de aprendiza 
do do XGBoost.

Opcional

Valores válidos: string

Valor padrão: "reg:squarederror"

one_drop Quando esse sinalizador está habilitado, pelo menos uma 
árvore é sempre descartada durante o processo.

Opcional

Valores válidos: 0 ou 1

Valor padrão: 0

process_type O tipo de processo de aumento a ser executado.

Opcional

Valores válidos: String. "default"  ou "update".

Valor padrão: "default"
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Nome do parâmetro Descrição

rate_drop A taxa de abandono que especifica a fração de árvores 
anteriores a serem descartadas durante o abandono.

Opcional

Valores válidos: flutuante. Intervalo: [0.0, 1.0].

Valor padrão: 0.0

refresh_leaf Este é um parâmetro do plug-in do atualizador "refresh". 
Quando definido como true (1), as folhas da árvore e as 
estatísticas de nó da árvore são atualizadas. Quando definido 
como false (0), somente as estatísticas de nós da árvore são 
atualizadas.

Opcional

Valores válidos: 0/1

Valor padrão: 1

sample_type Tipo de algoritmo de amostragem.

Opcional

Valores válidos: uniform ou weighted.

Valor padrão: uniform

scale_pos_weight Controla o equilíbrio dos pesos positivos e negativos. É útil para 
classes desbalanceadas. Um valor típico a ser considerado:
sum(negative cases)  / sum(positive cases) .

Opcional

Valores válidos: flutuante

Valor padrão: 1
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Nome do parâmetro Descrição

seed Origem de número aleatório.

Opcional

Valores válidos: inteiro

Valor padrão: 0

single_precision_h 
istogram

Quando esse sinalizador estiver habilitado, o XGBoost usará 
precisão única para criar histogramas em vez de precisão dupla. 
Usado somente se tree_method  estiver definido como hist
ou gpu_hist.

Para obter uma lista completa de entradas válidas, consulte este 
artigo sobre parâmetros do XGBoost.

Opcional

Valores válidos: String. Intervalo: "true" ou "false"

Valor padrão: "false"

sketch_eps Usado apenas para algoritmo voraz aproximado. Isso se 
converte em O(1 / número de compartimentos sketch_eps ) 
Em comparação com o número de compartimentos diretamen 
te selecionado, esse parâmetro agrega garantia teórica com 
precisão de esboço.

Opcional

Valores válidos: flutuante. Intervalo: [0, 1].

Valor padrão: 0.03
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Nome do parâmetro Descrição

skip_drop Probabilidade de ignorar o procedimento de dropout durante 
uma iteração de aumento.

Opcional

Valores válidos: flutuante. Intervalo: [0.0, 1.0].

Valor padrão: 0.0

subsample Taxa de subsampling da instância de treinamento. Se você 
configurá-la como 0,5, o XGBoost aleatoriamente coletará 
metade das instâncias de dados para expandir as árvores. Isso 
evita o sobreajuste.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 1

tree_method O algoritmo de criação de árvores usado no XGBoost.

Opcional

Valores válidos: Um de auto, exact, approx, hist ou
gpu_hist.

Valor padrão: auto

tweedie_variance_p 
ower

O parâmetro que controla a variação da distribuição Tweedie.

Opcional

Valores válidos: flutuante. Intervalo: (1, 2).

Valor padrão: 1.5
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Nome do parâmetro Descrição

updater Uma string separada por vírgulas que define a sequência de 
atualizadores de árvore a ser executada. Isso fornece uma 
forma modular de criar e modificar as árvores.

Para obter uma lista completa de entradas válidas, consulte este 
artigo sobre parâmetros do XGBoost.

Opcional

Valores válidos: string separada por vírgulas.

Valor padrão: grow_colmaker , prune

use_dask_gpu_train 
ing

Defina use_dask_gpu_training  como "true" se quiser 
executar um treinamento distribuído de GPU com o Dask. Só 
há suporte para o treinamento de GPU do Dask nas versões 
1.5-1 e posteriores. Não defina esse valor como "true" nas 
versões anteriores à 1.5-1. Para ter mais informações, consulte
Treinamento de GPU distribuído.

Opcional

Valores válidos: String. Intervalo: "true" ou "false"

Valor padrão: "false"

verbosity Verbosidade de impressão de mensagens.

Valores válidos: 0 (silencioso), 1 (aviso), 2 (informações), 3 
(depuração).

Opcional

Valor padrão: 1
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Ajustar um modelo XGBoost

O ajuste automático de modelos, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados de treinamento e validação. Você escolhe três tipos de hiperparâmetros:

• uma função de objective de aprendizado para otimizar durante o treinamento de modelo

• uma eval_metric para usar para avaliar a performance do modelo durante a validação

• um conjunto de hiperparâmetros e um intervalo de valores para cada para usar ao ajustar o 
modelo automaticamente

Você escolhe a métrica de avaliação do conjunto de métricas de avaliação que o algoritmo calcula. O 
ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a combinação 
de valores que resultam no modelo que otimiza a métrica de avaliação.

Note

O ajuste automático do modelo para o XGBoost 0.90 está disponível somente nos 
SageMaker SDKs da Amazon, não no console. SageMaker

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas de avaliação calculadas pelo algoritmo XGBoost

O algoritmo XGBoost calcula as seguintes métricas para usar na validação do modelo. Ao ajustar 
o modelo, escolha uma destas métricas para avaliar o modelo. Para obter uma lista completa dos 
valores válidos de eval_metric, consulte Parâmetros de tarefa de aprendizado do XGBoost

Nome da métrica Descrição Direção de otimização

validatio 
n:accuracy

Taxa de classificação, calculada como #(right)/ 
#(all cases).

Maximizar

validation:auc Área sob a curva. Maximizar

Usar algoritmos internos 2873

https://github.com/dmlc/xgboost/blob/master/doc/parameter.rst#learning-task-parameters


Amazon SageMaker Guia do Desenvolvedor

Nome da métrica Descrição Direção de otimização

validatio 
n:error

Taxa de erro de classificação binária, calculada 
como #(casos errados)/#(todos os casos).

Minimizar

validation:f1 Indicador de precisão de classificação, 
calculado como a média harmônica de precisão 
e recall.

Maximizar

validatio 
n:logloss

Verossimilhança de log negativa. Minimizar

validation:mae Erro absoluto médio. Minimizar

validation:map Precisão média da média. Maximizar

validatio 
n:merror

Taxa de erro de classificação multiclasse, 
calculada como #(casos errados)/#(todos os 
casos).

Minimizar

validatio 
n:mlogloss

Verossimilhança de log negativa para classific 
ação multiclasse.

Minimizar

validation:mse Erro quadrático médio. Minimizar

validation:ndcg Ganho cumulativo descontado normalizado. Maximizar

validation:rmse Erro quadrático médio da raiz Minimizar

Hiperparâmetros ajustáveis de XGBoost

Ajuste o modelo XGBoost com os seguintes hiperparâmetros. Os hiperparâmetros que têm o maior 
efeito na otimização das métricas de avaliação do XGBoost são: alpha, min_child_weight,
subsample, eta e num_round.
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

alpha ContinuousParameterRanges MinValue: 0, 
MaxValue 100

colsample 
_bylevel

ContinuousParameterRanges MinValue: 0,1, 
MaxValue: 1

colsample 
_bynode

ContinuousParameterRanges MinValue: 0,1, 
MaxValue: 1

colsample 
_bytree

ContinuousParameterRanges MinValue: 0,5, 
MaxValue: 1

eta ContinuousParameterRanges MinValue: 0,1, 
MaxValue 0,5

gamma ContinuousParameterRanges MinValue: 0, 
MaxValue 5

lambda ContinuousParameterRanges MinValue: 0, 
MaxValue 100

max_delta_step IntegerParameterRanges [0, 10]

max_depth IntegerParameterRanges [0, 10]

min_child 
_weight

ContinuousParameterRanges MinValue: 0, 
MaxValue 120

num_round IntegerParameterRanges [1, 4000]

subsample ContinuousParameterRanges MinValue: 0,5, 
MaxValue: 1
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Versões defasadas do XGBoost e suas atualizações

Este tópico contém documentação de versões anteriores do Amazon SageMaker XGBoost que ainda 
estão disponíveis, porém defasadas. Ele também fornece instruções sobre como atualizar versões 
defasadas do XGBoost, quando possível, para versões mais atuais.

Tópicos

• Atualize o XGBoost versão 0.90 para a versão 1.5

• XGBoost versão 0.72

Atualize o XGBoost versão 0.90 para a versão 1.5

Se você estiver usando o SageMaker Python SDK, para atualizar as tarefas existentes do XGBoost 
0.90 para a versão 1.5, você deve ter a versão 2.x do SDK instalada e alterar os parâmetros do 
XGBoost version e framework_version para 1.5-1. Se você estiver usando o Boto3, precisará 
atualizar a imagem do Docker e alguns hiperparâmetros e objetivos de aprendizado.

Tópicos

• Atualização do SageMaker Python SDK versão 1.x para a versão 2.x

• Alteração da etiqueta de imagem para 1.5-1

• Alteração da imagem do Docker para Boto3

• Atualização de hiperparâmetros e objetivos de aprendizagem

Atualização do SageMaker Python SDK versão 1.x para a versão 2.x

Se você ainda estiver usando a versão 1.x do SageMaker Python SDK, deverá atualizar a versão 
2.x do SageMaker Python SDK. Para obter informações sobre a versão mais recente do SageMaker 
Python SDK, consulte Usar versão 2.x do SageMaker Python SDK. Para instalar a versão mais 
recente, execute:

python -m pip install --upgrade sagemaker

Alteração da etiqueta de imagem para 1.5-1

Se você estiver usando o SageMaker Python SDK e usando o algoritmo integrado XGBoost, altere o 
parâmetro da versão em image_uris.retrive.

from sagemaker import image_uris
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image_uris.retrieve(framework="xgboost", region="us-west-2", version="1.5-1")

estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container,  
                                          hyperparameters=hyperparameters, 
                                          role=sagemaker.get_execution_role(), 
                                          instance_count=1,  
                                          instance_type='ml.m5.2xlarge',  
                                          volume_size=5, # 5 GB  
                                          output_path=output_path)

Se você estiver usando o SageMaker Python SDK e o XGBoost como framework para executar 
seus scripts de treinamento personalizados, altere o parâmetro framework_version na API do 
XGBoost.

estimator = XGBoost(entry_point = "your_xgboost_abalone_script.py",  
                     framework_version='1.5-1', 
                    hyperparameters=hyperparameters, 
                    role=sagemaker.get_execution_role(), 
                    instance_count=1, 
                    instance_type='ml.m5.2xlarge', 
                    output_path=output_path)

sagemaker.session.s3_input no SageMaker Python SDK versão 1.x foi renomeado para
sagemaker.inputs.TrainingInput. Você pode usar sagemaker.inputs.TrainingInput, 
conforme mostrado no exemplo a seguir.

content_type = "libsvm"
train_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'train'), 
 content_type=content_type)
validation_input = TrainingInput("s3://{}/{}/{}/".format(bucket, prefix, 'validation'), 
 content_type=content_type) 

Para obter a lista completa das alterações do SageMaker Python SDK versão 2.x, consulte Usar 
versão 2.x do SageMaker Python SDK.

Alteração da imagem do Docker para Boto3

Se você estiver usando o Boto3 para treinar ou implantar seu modelo, altere a etiqueta de imagem 
do Docker (1, 0.72, 0.90-1 ou 0.90-2) para 1.5-1.

{ 
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    "AlgorithmSpecification":: { 
        "TrainingImage": "746614075791.dkr.ecr.us-west-1.amazonaws.com/sagemaker-
xgboost:1.5-1" 
    } 
    ...
}

Se você estiver usando o SageMaker Python SDK para recuperar o caminho do registro, altere o 
parâmetro version em image_uris.retrieve.

from sagemaker import image_uris
image_uris.retrieve(framework="xgboost", region="us-west-2", version="1.5-1")

Atualização de hiperparâmetros e objetivos de aprendizagem

O parâmetro “silent” foi descontinuado e não está mais disponível no XGBoost 1.5 e versões 
posteriores. Use verbosity em vez disso. Se você estava usando o objetivo de aprendizado
reg:linear, ele também foi descontinuado em favor de  reg:squarederror. Use
reg:squarederror em vez disso.

hyperparameters = { 
    "verbosity": "2", 
    "objective": "reg:squarederror", 
    "num_round": "50", 
    ...
}

estimator = sagemaker.estimator.Estimator(image_uri=xgboost_container,  
                                          hyperparameters=hyperparameters, 
                                          ...)

XGBoost versão 0.72

Important

O XGBoost 0.72 foi descontinuado pelo Amazon SageMaker. Você ainda pode usar essa 
versão antiga do XGBoost (como um algoritmo integrado) extraindo o URI da imagem, 
conforme mostrado no exemplo de código a seguir. Para o XGBoost, o URI da imagem que 
termina com :1 é para a versão antiga.
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SageMaker Python SDK v1

import boto3
from sagemaker.amazon.amazon_estimator import get_image_uri

xgb_image_uri = get_image_uri(boto3.Session().region_name, "xgboost", 
 repo_version="1")

SageMaker Python SDK v2

import boto3
from sagemaker import image_uris

xgb_image_uri = image_uris.retrieve("xgboost", boto3.Session().region_name, 
 "1")

Se você quiser usar versões mais recentes, precisará especificar explicitamente as etiquetas 
de URI da imagem (consulte Versões compatíveis).

Esta versão anterior do algoritmo XGBoost do Amazon SageMaker é baseada na versão 0.72. O
XGBoost (eXtreme Gradient Boosting) é uma conhecida e eficiente implantação de código aberto 
do algoritmo baseado em árvores com gradient boosting. O aumento de gradiente é um algoritmo 
de aprendizagem supervisionada que tenta prever com precisão uma variável de destino. Para isso, 
combina as estimativas de um conjunto de modelos mais simples e mais fracos. O XGBoost tem 
excelente desempenho em competições de machine learning porque lida de maneira robusta com 
uma variedade de tipos de dados, relacionamentos e distribuições e por causa do grande número de 
hiperparâmetros que podem ser aperfeiçoados e ajustados para um cenário mais apropriado. Essa 
flexibilidade faz do XGBoost uma escolha consistente para problemas de regressão, classificação 
(binária e multiclasse) e pontuação.

Os clientes devem considerar o uso da nova versão do Algoritmo XGBoost. Eles podem usá-la 
como um algoritmo integrado do SageMaker ou como uma estrutura para executar scripts nos 
ambientes locais, como normalmente fariam, por exemplo, com uma estrutura de aprendizado 
profundo Tensorflow. A nova implementação tem um espaço de memória menor, melhor registro em 
log, melhor validação de hiperparâmetros e um conjunto expandido de métricas. A implementação 
anterior do XGBoost permanece disponível para os clientes se eles precisarem adiar a migração 
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para a nova versão. Mas essa implementação anterior permanecerá vinculada à versão 0.72 do 
XGBoost.

Interface de entrada/saída para o XGBoost versão 0.72

O aumento de gradiente trabalha em dados tabulares: as linhas representam as observações, uma 
coluna representa a variável de destino ou rótulo, e as demais colunas representam os recursos.

A implementação do XGBoost do SageMaker oferece suporte aos formatos CSV e libsvm para 
treinamento e inferência:

• Para ContentType de treinamento, as entradas válidas são text/libsvm (padrão) ou text/csv.

• Para ContentType de inferência, as entradas válidas são text/libsvm ou (o padrão) text/csv.

Note

Para treinamento de CSV, o algoritmo de treinamento pressupõe que a variável de destino 
está na primeira coluna e que o CSV não tem um registro de cabeçalho. Para inferência de 
CSV, o algoritmo pressupõe que a entrada do CSV não tem a coluna de rótulo.
Para o treinamento libsvm, o algoritmo assume que o rótulo esteja na primeira 
coluna. Colunas subsequentes contêm os pares de valores de índice baseados em 
zero para recursos. Portanto, cada linha tem o formato: <label> <index0>:<value0> 
<index1>:<value1> ... As solicitações de inferência para libsvm podem ou não ter rótulos no 
formato libsvm.

Isso difere de outros algoritmos do SageMaker, que usam o formato de entrada de treinamento 
protobuf para manter maior consistência com os formatos de dados XGBoost padrão.

Para o modo de entrada do treinamento CSV, a memória total disponível para o algoritmo (contagem 
de instância * a memória disponível no InstanceType) deve ser capaz de conter o conjunto de 
dados de treinamento. Para o modo de entrada de treinamento libsvm, não é necessário, mas 
recomendado.

O XGBoost do SageMaker usa o módulo pickle do Python para serializar e desserializar o modelo, 
bem como para salvar e carregá-lo.

Usar algoritmos internos 2880



Amazon SageMaker Guia do Desenvolvedor

Para usar um modelo treinado com o XGBoost do SageMaker em código aberto XGBoost

• Use o código do Python a seguir:

import pickle as pkl  
import tarfile
import xgboost

t = tarfile.open('model.tar.gz', 'r:gz')
t.extractall()

model = pkl.load(open(model_file_path, 'rb'))

# prediction with test data
pred = model.predict(dtest)

Para diferenciar a importância dos pontos de dados rotulados, use Suportes de peso de instância

• O XGBoost do SageMaker permite que os clientes diferenciem a importância dos pontos de 
dados rotulados atribuindo a cada instância um valor de peso. Para a entrada text/libsvm, os 
clientes podem atribuir valores de peso a instâncias de dados, anexando-os após os rótulos. 
Por exemplo, label:weight idx_0:val_0 idx_1:val_1.... Para entrada text/csv, os 
clientes precisam ativar o sinalizador csv_weights nos parâmetros e anexar valores de peso 
na coluna após os rótulos. Por exemplo: label,weight,val_0,val_1,...).

Recomendação de instâncias do EC2 para o XGBoost versão 0.72

O XGBoost do SageMaker atualmente treina apenas usando CPUs. É um algoritmo de uso intensivo 
de memória (ao contrário dos de uso intensivo de computação). Portanto, uma instância de 
computação de uso geral (por exemplo, M4) é uma opção melhor do que uma instância otimizada 
para computação (por exemplo, C4). Além disso, recomendamos que você tenha memória total 
suficiente em instâncias específicas para armazenar os dados de treinamento. Embora ele sejam 
compatível com o uso de espaço em disco para lidar com dados que não caibam na memória 
principal (o recurso fora do núcleo disponível no modo de entrada libsvm), gravar arquivos de cache 
em disco diminui a velocidade do tempo de processamento do algoritmo.
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Blocos de anotações de amostra do XGBoost versão 0.72

Para um bloco de anotações de exemplo que demonstra como usar a versão mais recente do 
XGBoost do SageMaker como um algoritmo integrado para treinar e hospedar um modelo de 
regressão, consulte Regressão com o algoritmo XGBoost do Amazon SageMaker. Para usar a 
versão 0.72 do XGBoost, é necessário alterar a versão no código de exemplo para 0.72. Para 
obter instruções sobre como criar e acessar instâncias do bloco de anotações Jupyter que você 
pode utilizar para executar o exemplo no SageMaker, consulte Instâncias do Amazon SageMaker 
Notebook. Depois de criar uma instância de bloco de anotações Jupyter e abri-la, selecione a guia
Exemplos do SageMaker para ver uma lista de todas as amostras do SageMaker. Os blocos de 
anotações de exemplo de modelagem de tópicos que usam os algoritmos XGBoost estão localizados 
na seção Introdução a algoritmos da Amazon. Para abrir um bloco de anotações, clique em sua guia
Use (Uso) e selecione Create copy (Criar cópia).

Hiperparâmetros do XGBoost versão 0.72

A tabela a seguir contém os hiperparâmetros para o algoritmo XGBoost. Esses parâmetros são 
definidos pelos usuários para facilitar a estimativa dos parâmetros do modelo a partir dos dados. Os 
hiperparâmetros necessários que devem ser definidos são listados primeiro, em ordem alfabética. Os 
hiperparâmetros opcionais que podem ser configurados são listados em seguida, também em ordem 
alfabética. O algoritmo XGBoost do SageMaker é uma implementação do pacote XGBoost de código 
aberto. Atualmente, o SageMaker oferece suporte para a versão 0.72. Para obter mais detalhes 
sobre a configuração de hiperparâmetros para essa versão do XGBoost, consulte Parâmetros do 
XGBoost.

Nome do parâmetro Descrição

num_class O número de classes.

Obrigatório se objective  estiver definido como multi:softmax
ou multi:softprob.

Valores válidos: inteiro

num_round O número de rodadas para execução do treinamento.

Obrigatório

Valores válidos: inteiro
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Nome do parâmetro Descrição

alpha Termo de regularização L1 nos pesos. Aumentar esse valor 
torna os modelos mais conservadores.

Opcional

Valores válidos: flutuante

Valor padrão: 0

base_score A pontuação de previsão inicial de todas as instâncias, a 
polarização global.

Opcional

Valores válidos: flutuante

Valor padrão: 0.5

booster O objeto de aumento a ser usado. Os valores gbtree e dart
usam um modelo baseado em árvore, enquanto gblinear usa 
uma função linear.

Opcional

Valores válidos: string. gbtree, gblinear ou dart.

Valor padrão: gbtree

colsample_bylevel Taxa de subsampling de colunas para cada divisão, em cada 
nível.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 1
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Nome do parâmetro Descrição

colsample_bytree Taxa de subsampling de colunas ao criar cada árvore.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 1

csv_weights Quando esse sinalizador está habilitado, o XGBoost diferencia a 
importância de instâncias para a entrada csv usando a segunda 
coluna (a coluna após os rótulos) nos dados de treinamento 
como os pesos da instância.

Opcional

Valores válidos: 0 ou 1

Valor padrão: 0

early_stopping_rou 
nds

O modelo será treinado até que a pontuação de validação pare 
de melhorar. Os erros de validação precisam diminuir pelo 
menos a cada early_stopping_rounds  para continuar 
em o treinamento. A hospedagem do SageMaker usa o melhor 
modelo para inferência.

Opcional

Valores válidos: inteiro

Valor padrão: -
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Nome do parâmetro Descrição

eta Diminuição do tamanho das etapas: técnica usada em atualizaç 
ões para evitar o sobreajuste. Depois de cada etapa de 
aumento, você pode obter os pesos dos novos recursos 
diretamente. Na verdade, o parâmetro eta diminui os pesos dos 
recursos para tornar o processo de aumento mais conservador.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 0.3

eval_metric Métricas de avaliação para os dados de validação. Uma métrica 
padrão é atribuída de acordo com o objetivo:

• rmse: para regressão

• error: para classificação

• map: para classificação

Para obter uma lista de entradas válidas, consulte este artigo 
sobre parâmetros do XGBoost.

Opcional

Valores válidos: string

Valor padrão: de acordo com o objetivo.

gamma A redução de perda mínima necessária para fazer uma partição 
adicional em um nó de folha da árvore. Quanto maior for o 
parâmetro, mais conservador será o algoritmo.

Opcional

Valores válidos: flutuante. Intervalo: [0,∞).

Valor padrão: 0
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Nome do parâmetro Descrição

grow_policy Controla a forma como os novos nós são adicionados à árvore. 
No momento, ele apenas tem suporte quando tree_method
está definido como hist.

Opcional

Valores válidos: string. depthwise  ou lossguide .

Valor padrão: depthwise

lambda Termo de regularização L2 nos pesos. Aumentar esse valor 
torna os modelos mais conservadores.

Opcional

Valores válidos: flutuante

Valor padrão: 1

lambda_bias Termo de regularização L2 na polarização.

Opcional

Valores válidos: flutuante. Intervalo: [0.0, 1.0].

Valor padrão: 0

max_bin O número máximo de compartilhamentos distintos para 
os recursos contínuos de bucket. Usado somente quando
tree_method  está definido como hist.

Opcional

Valores válidos: inteiro

Valor padrão: 256
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Nome do parâmetro Descrição

max_delta_step O máximo de etapas delta permitido para a estimativa de peso 
de cada árvore. Quando um inteiro positivo é usado, ajuda a 
tornar a atualização mais conservadora. A opção preferida é 
usá-lo em regressão logística. Defina-o como 1 a 10 para ajudar 
a controlar a atualização.

Opcional

Valores válidos: inteiro. Intervalo: [0,∞).

Valor padrão: 0

max_depth A profundidade máxima de uma árvore. Aumentar esse valor 
torna o modelo mais complexo e propenso a sofrer sobreajuste. 
0 indica sem limite. Um limite é necessário quando grow_poli 
cy =depth-wise .

Opcional

Valores válidos: inteiro. Intervalo: [0,∞)

Valor padrão: 6

max_leaves O número máximo de nós a ser adicionado. Relevante apenas 
quando grow_policy  está definido como lossguide .

Opcional

Valores válidos: inteiro

Valor padrão: 0
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Nome do parâmetro Descrição

min_child_weight A soma mínima de peso de instância (hessiano) necessári 
a em um elemento filho. Se a etapa de partição da árvore 
resulta em um nó de folha com a soma de peso de instância 
inferior a min_child_weight , o processo de criação cede 
mais particionamento. Em modelos de regressão linear, isso 
basicamente corresponde ao número mínimo de instâncias 
necessárias em cada nó. Quanto maior for o algoritmo, mais 
conservador ele será.

Opcional

Valores válidos: flutuante. Intervalo: [0,∞).

Valor padrão: 1

normalize_type Tipo de algoritmo de normalização.

Opcional

Valores válidos: tree ou forest.

Valor padrão: tree

nthread Número de threads paralelos usado para executar xgboost.

Opcional

Valores válidos: inteiro

Valor padrão: o número máximo de threads.
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Nome do parâmetro Descrição

objective Especifica a tarefa de aprendizagem e o objetivo de aprendiza 
gem correspondente. Exemplos: reg:logistic , reg:softm 
ax , multi:squarederror . Para obter uma lista completa 
de entradas válidas, consulte Parâmetros do XGBoost.

Opcional

Valores válidos: string

Valor padrão: reg:squarederror

one_drop Quando esse sinalizador está habilitado, pelo menos uma 
árvore é sempre descartada durante o processo.

Opcional

Valores válidos: 0 ou 1

Valor padrão: 0

process_type O tipo de processo de aumento a ser executado.

Opcional

Valores válidos: string. default ou update.

Valor padrão: default

rate_drop A taxa de abandono que especifica a fração de árvores 
anteriores a serem descartadas durante o abandono.

Opcional

Valores válidos: flutuante. Intervalo: [0.0, 1.0].

Valor padrão: 0.0
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Nome do parâmetro Descrição

refresh_leaf Este é um parâmetro do plug-in do atualizador "refresh". 
Quando definido como true (1), as folhas da árvore e as 
estatísticas de nó da árvore são atualizadas. Quando definido 
como false (0), somente as estatísticas de nós da árvore são 
atualizadas.

Opcional

Valores válidos: 0/1

Valor padrão: 1

sample_type Tipo de algoritmo de amostragem.

Opcional

Valores válidos: uniform ou weighted.

Valor padrão: uniform

scale_pos_weight Controla o equilíbrio dos pesos positivos e negativos. É útil para 
classes desbalanceadas. Um valor típico a ser considerado:
sum(negative cases)  / sum(positive cases) .

Opcional

Valores válidos: flutuante

Valor padrão: 1

seed Origem de número aleatório.

Opcional

Valores válidos: inteiro

Valor padrão: 0
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Nome do parâmetro Descrição

silent 0 significa mensagens de execução de impressão, 1 significa 
modo silencioso.

Valores válidos: 0 ou 1

Opcional

Valor padrão: 0

sketch_eps Usado apenas para algoritmo voraz aproximado. Isso se 
converte em O(1 / número de compartimentos sketch_eps ) 
Em comparação com o número de compartimentos diretamen 
te selecionado, esse parâmetro agrega garantia teórica com 
precisão de esboço.

Opcional

Valores válidos: flutuante. Intervalo: [0, 1].

Valor padrão: 0.03

skip_drop Probabilidade de ignorar o procedimento de dropout durante 
uma iteração de aumento.

Opcional

Valores válidos: flutuante. Intervalo: [0.0, 1.0].

Valor padrão: 0.0
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Nome do parâmetro Descrição

subsample Taxa de subsampling da instância de treinamento. Se você 
configurá-la como 0,5, o XGBoost aleatoriamente coletará 
metade das instâncias de dados para expandir as árvores. Isso 
evita o sobreajuste.

Opcional

Valores válidos: flutuante. Intervalo: [0,1].

Valor padrão: 1

tree_method O algoritmo de criação de árvores usado no XGBoost.

Opcional

Valores válidos: Um de auto, exact, approx ou hist.

Valor padrão: auto

tweedie_variance_p 
ower

O parâmetro que controla a variação da distribuição Tweedie.

Opcional

Valores válidos: flutuante. Intervalo: (1, 2).

Valor padrão: 1.5

updater Uma string separada por vírgulas que define a sequência de 
atualizadores de árvore a ser executada. Isso fornece uma 
forma modular de criar e modificar as árvores.

Para obter uma lista completa de entradas válidas, consulte este 
artigo sobre parâmetros do XGBoost.

Opcional

Valores válidos: string separada por vírgulas.

Valor padrão: grow_colmaker , prune
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Ajustar um modelo XGBoost versão 0.72

O ajuste automático de modelos, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados de treinamento e validação. Você escolhe três tipos de hiperparâmetros:

• uma função de objective de aprendizado para otimizar durante o treinamento de modelos

• uma eval_metric para usar para avaliar a performance do modelo durante a validação

• um conjunto de hiperparâmetros e um intervalo de valores para cada para usar ao ajustar o 
modelo automaticamente

Você escolhe a métrica de avaliação do conjunto de métricas de avaliação que o algoritmo calcula. O 
ajuste automático de modelos pesquisa os hiperparâmetros escolhidos para encontrar a combinação 
de valores que resultam no modelo que otimiza a métrica de avaliação.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo XGBoost versão 0.72

O algoritmo XGBoost com base na versão 0.72 calcula as nove métricas a seguir para uso na 
validação do modelo. Ao ajustar o modelo, escolha uma destas métricas para avaliar o modelo. Para 
obter uma lista completa dos valores válidos de eval_metric, consulte Parâmetros de tarefa de 
aprendizado do XGBoost

Nome da métrica Descrição Direção de otimização

validation:auc Área sob a curva. Maximizar

validatio 
n:error

Taxa de erro de classificação binária, calculada 
como #(casos errados)/#(todos os casos).

Minimizar

validatio 
n:logloss

Verossimilhança de log negativa. Minimizar

validation:mae Erro absoluto médio. Minimizar

validation:map Precisão média da média. Maximizar
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Nome da métrica Descrição Direção de otimização

validatio 
n:merror

Taxa de erro de classificação multiclasse, 
calculada como #(casos errados)/#(todos os 
casos).

Minimizar

validatio 
n:mlogloss

Verossimilhança de log negativa para classific 
ação multiclasse.

Minimizar

validation:ndcg Ganho cumulativo descontado normalizado. Maximizar

validation:rmse Erro quadrático médio da raiz Minimizar

Hiperparâmetros ajustáveis do XGBoost versão 0.72

Ajuste o modelo XGBoost com os seguintes hiperparâmetros. Os hiperparâmetros que têm o maior 
impacto na otimização das métricas de avaliação do XGBoost são: alpha, min_child_weight,
subsample, eta e num_round.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

alpha ContinuousParameterRanges MinValue: 0, 
MaxValue: 1000

colsample 
_bylevel

ContinuousParameterRanges MinValue: 0.1, 
MaxValue: 1

colsample 
_bytree

ContinuousParameterRanges MinValue: 0.5, 
MaxValue: 1

eta ContinuousParameterRanges MinValue: 0.1, 
MaxValue: 0.5

gamma ContinuousParameterRanges MinValue: 0, 
MaxValue: 5
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

lambda ContinuousParameterRanges MinValue: 0, 
MaxValue: 1000

max_delta_step IntegerParameterRanges [0, 10]

max_depth IntegerParameterRanges [0, 10]

min_child 
_weight

ContinuousParameterRanges MinValue: 0, 
MaxValue: 120

num_round IntegerParameterRanges [1, 4000]

subsample ContinuousParameterRanges MinValue: 0.5, 
MaxValue: 1

Algoritmos integrados do SageMaker para dados de texto

O SageMaker fornece algoritmos personalizados para a análise de documentos textuais usados 
no processamento de linguagem natural, classificação ou resumo de documentos, modelagem ou 
classificação de tópicos e transcrição ou tradução de idiomas.

• Algoritmo BlazingText: uma implantação altamente otimizada do Word2vec e dos algoritmos de 
classificação de texto que podem ser facilmente escalados para grandes conjuntos de dados. É útil 
para muitas tarefas posteriores de processamento de linguagem natural (PLN).

• Algoritmo Latent Dirichlet Allocation (LDA)Esse algoritmo é adequado para determinar tópicos em 
um conjunto de documentos. É um algoritmo não supervisionado, o que significa que ele não usa 
dados de exemplo com respostas durante o treinamento.

• Algoritmo de Modelo de tópicos neurais (NTM): outra técnica não supervisionada para determinar 
tópicos em um conjunto de documentos, usando uma abordagem de rede neural.

• Algoritmo Object2Vec: um algoritmo de incorporação neural de uso geral que pode ser usado para 
sistemas de recomendação, classificação de documentos e incorporação de frases.

• Algoritmo Sequence-to-Sequence: esse algoritmo supervisionado é comumente usado para 
tradução de máquina neural.
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• Classificação de texto - TensorFlow: um algoritmo supervisionado que oferece suporte ao 
aprendizado por transferência com modelos pré-treinados disponíveis para classificação de texto.

Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

BlazingTe 
xt

treinamen 
to

Arquivo ou 
Pipe

Arquivo 
de texto 
(uma frase 
por linha 
com tokens 
separados 
por 
espaço)

GPU 
(somente 
instância 
única) ou 
CPU

Não

LDA treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU 
(somente 
instância 
única)

Não

Modelo 
de tópico 
neural

treinamen 
to e 
(opcional 
mente) 
validação 
, teste ou 
ambos

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

GPU ou 
CPU

Sim

Object2Ve 
c

treinamen 
to e 
(opcional 
mente) 
validação 

Arquivo Linhas 
JSON

GPU 
ou CPU 
(somente 
instância 
única)

Não
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

, teste ou 
ambos

Modelagem 
Seq2Seq

treinamen 
to, 
validação e 
vocabulário

Arquivo recordIO- 
protobuf

GPU 
(somente 
instância 
única)

Não

Classific 
ação de 
texto - 
TensorFlo 
w

treinamen 
to e 
validação

Arquivo CSV CPU ou 
GPU

Sim 
(somente 
em várias 
GPUs em 
uma única 
instância)

Algoritmo BlazingText

O algoritmo BlazingText do Amazon SageMaker fornece implementações altamente otimizadas 
dos algoritmos Word2vec e de classificação de texto. O algoritmo Word2vec é útil para várias 
tarefas posteriores de processamento de linguagem natural (NLP), como análise de sentimento, 
reconhecimento de entidades nomeadas, tradução automática, etc. A classificação de texto é uma 
tarefa importante para aplicativos que realizam pesquisas na web, recuperação de informações, 
classificação e classificação de documentos.

O algoritmo Word2vec mapeia palavras para vetores distribuídos de alta qualidade. A representação 
vetorial resultante de uma palavra é chamada de incorporação da palavra. Palavras semanticamente 
semelhantes correspondem a vetores próximos uns dos outros. Dessa forma, incorporações de 
palavras capturam as relações semânticas entre as palavras.

Muitos aplicativos de processamento de linguagem natural (NLP) aprendem incorporações de 
palavras por meio de treinamentos em grandes coleções de documentos. Essas representações 
vetoriais pré-treinadas fornecem informações sobre semântica e distribuições de palavras que 
normalmente melhoram a generalização de outros modelos que são posteriormente treinados em 
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uma quantidade mais limitada de dados. A maioria das implementações do algoritmo Word2vec é 
otimizada para arquiteturas de CPU de vários núcleos. Isso torna difícil dimensionar para grandes 
conjuntos de dados.

Com o algoritmo BlazingText, você pode dimensionar facilmente para grandes conjuntos de 
dados. Semelhante ao Word2vec, ele fornece as arquiteturas de treinamento Skip-gram e CBOW 
(Continuous Bag-of-Words). A implementação do BlazingText do algoritmo supervisionado de 
classificação de texto de várias classes e vários rótulos estende o classificador de texto fastText para 
usar aceleração de GPU com kernels CUDA personalizados. Você pode treinar um modelo em mais 
de um bilhão de palavras em alguns minutos usando uma CPU de vários núcleos ou uma GPU. Além 
disso, é possível obter desempenho equivalente aos algoritmos de classificação de texto de deep 
learning de última geração.

O algoritmo BlazingText não é paralelizável. Para obter mais informações sobre parâmetros 
relacionados ao treinamento, consulte Caminhos de registro do Docker para algoritmos integrados do 
SageMaker.

Os algoritmos BlazingText do SageMaker fornecem os seguintes recursos:

• Treinamento acelerado do classificador de texto fastText em CPUs de vários núcleos ou em 
uma GPU e Word2Vec em GPUs usando kernels CUDA altamente otimizados. Para obter mais 
informações, consulte BlazingText : dimensionamento e aceleração do Word2Vec usando várias 
GPUs.

• Vetores de palavras enriquecidos com informações de subpalavras, aprendendo representações 
vetoriais para n-gramas de caracteres. Essa abordagem permite que o BlazingText gere vetores 
significativos para palavras fora do vocabulário (OOV), representando seus vetores como a soma 
dos vetores de n-gramas de caracteres (subpalavras).

• Um batch_skipgram mode para o algoritmo Word2Vec que permite treinamentos mais rápidos 
e computação distribuída entre vários nós de CPU. Esse batch_skipgram mode faz minilotes 
usando a estratégia de compartilhamento de amostras negativas para converter operações 
BLAS de nível 1 em operações BLAS de nível 3. Isso aproveita eficientemente as instruções de 
multiplicação-adição de arquiteturas modernas. Para obter mais informações, consulte este artigo 
sobre paralelização do Word2Vec em memória compartilhada e distribuída.

Para resumir, os seguintes modos têm suporte pelo BlazingText em instâncias de tipos diferentes:
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Modos Word2Vec

(Aprendizagem não supervisi 
onada)

Classificação de texto

(Aprendizagem supervisi 
onada)

Instância de CPU única cbow

Skip-gram

Batch Skip-gram

supervised

Instância de GPU única (com 
1 ou mais GPUs)

cbow

Skip-gram

supervised  com uma GPU

Várias instâncias de CPU Batch Skip-gram Nenhum

Para obter mais informações sobre a matemática subjacente do BlazingText, consulte este artigo 
sobre dimensionamento e aceleração do Word2Vec do BlazingText usando várias GPUs.

Tópicos

• Interface de entrada/saída para o algoritmo BlazingText

• Recomendação de instâncias do EC2 para o algoritmo BlazingText

• Blocos de anotações de amostra do BlazingText

• Hiperparâmetros do BlazingText

• Ajustar um modelo BlazingText

Interface de entrada/saída para o algoritmo BlazingText

O algoritmo BlazingText espera um único arquivo de texto pré-processado com tokens separados 
por espaço. Cada linha no arquivo deve conter uma única frase. Se você precisar treinar em vários 
arquivos de texto, concatene-os em um único arquivo e faça upload desse arquivo no respectivo 
canal.
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Formato de dados de treinamento e validação

Formato de dados de treinamento e validação para o algoritmo Word2Vec

Para o treinamento de Word2Vec, faça upload do arquivo no canal train. Nenhum outro canal é 
aceito. O arquivo deve conter uma frase de treinamento por linha.

Formato de dados de treinamento e validação para o algoritmo de classificação de texto

Para o modo supervisionado, você pode treinar com o modo de arquivo ou com o formato de texto 
manifesto aumentado.

Treinar com o modo de arquivo

Para o modo supervised, o arquivo de treinamento/validação deve conter uma frase de 
treinamento por linha, juntamente com os rótulos. Rótulos são palavras prefixadas pela string
__label__. Aqui está um exemplo de um arquivo de treinamento/validação:

__label__4  linux ready for prime time , intel says , despite all the linux hype , the 
 open-source movement has yet to make a huge splash in the desktop market . that may be 
 about to change , thanks to chipmaking giant intel corp .

__label__2  bowled by the slower one again , kolkata , november 14 the past caught up 
 with sourav ganguly as the indian skippers return to international cricket was short 
 lived .

Note

A ordem dos rótulos dentro da frase não importa.

Faça upload do arquivo de treinamento no canal de "treinamento" e, opcionalmente, faça upload do 
arquivo de validação no canal de "validação".

Treinar com o formato de texto manifesto aumentado

O modo supervisionado para instâncias de CPU também oferece suporte para o formato de 
manifesto aumentado, que permite fazer treinamentos no modo pipe sem a necessidade de criar 
arquivos RecordIO. Ao usar o formato, é necessário gerar um arquivo manifesto do S3 contendo 

Usar algoritmos internos 2900



Amazon SageMaker Guia do Desenvolvedor

a lista de frases e seus rótulos correspondentes. O formato de arquivo de manifesto deve estar 
no formato linhas JSON, em que cada linha representa uma amostra. As frases são especificadas 
usando a tag source, e o rótulo pode ser especificado usando a tag label. Ambas as tags
source e label devem ser provisionadas com o valor do parâmetro AttributeNames conforme 
especificado na solicitação.

{"source":"linux ready for prime time , intel says , despite all the linux hype", 
 "label":1}
{"source":"bowled by the slower one again , kolkata , november 14 the past caught up 
 with sourav ganguly", "label":2}

O treinamento com vários rótulos também é compatível com a especificação de uma matriz de 
rótulos JSON.

{"source":"linux ready for prime time , intel says , despite all the linux hype", 
 "label": [1, 3]}
{"source":"bowled by the slower one again , kolkata , november 14 the past caught up 
 with sourav ganguly", "label": [2, 4, 5]}

Para obter mais informações sobre arquivos manifestos aumentados, consulte Fornecer metadados 
de conjunto de dados para trabalhos de treinamento com um arquivo de Manifesto aumentado.

Artefatos de modelo e inferência

Artefatos de modelo para o algoritmo Word2Vec

Para o treinamento Word2Vec, os artefatos de modelo consistem em vectors.txt, que contém p 
mapeamento de palavras para vetores, e em vectors.bin, um binário usado pelo BlazingText para 
hospedagem, inferência ou ambos. vectors.txt armazena os vetores em um formato compatível com 
outras ferramentas, como o Gensim e o Spacy. Por exemplo, um usuário do Gensim pode executar 
os seguintes comandos para carregar o arquivo vectors.txt:

from gensim.models import KeyedVectors
word_vectors = KeyedVectors.load_word2vec_format('vectors.txt', binary=False)
word_vectors.most_similar(positive=['woman', 'king'], negative=['man'])
word_vectors.doesnt_match("breakfast cereal dinner lunch".split())

Se o parâmetro de avaliação estiver definido como True, um arquivo adicional, eval.json, será 
criado. Esse arquivo contém os resultados da avaliação de similaridade (utilizando coeficientes 

Usar algoritmos internos 2901

http://jsonlines.org/


Amazon SageMaker Guia do Desenvolvedor

de correlação de Spearman) no conjunto de dados WS-353. É relatado o número de palavras do 
conjunto de dados WS-353 que não estão no corpo de treinamento.

Para solicitações de inferência, o modelo aceita um arquivo JSON contendo uma lista de strings e 
retorna uma lista de vetores. Se a palavra não for encontrada no vocabulário, a inferência retornará 
um vetor de zeros. Se subpalavras forem definidas como True durante o treinamento, o modelo 
poderá gerar vetores para palavras fora do vocabulário (OOV).

Solicitação JSON de amostra

Mime-type: application/json

{
"instances": ["word1", "word2", "word3"]
}

Artefatos de modelo para o algoritmo de classificação de texto

O treinamento com saídas supervisionadas cria um arquivo model.bin que pode ser consumido 
pela hospedagem de BlazingText. Para inferência, o modelo BlazingText aceita um arquivo JSON 
contendo uma lista de frases e retorna uma lista de rótulos previstos e pontuações de probabilidade 
correspondentes. Cada frase deve ser uma string com tokens separados por espaço, palavras ou 
ambos.

Solicitação JSON de amostra

Mime-type: application/json

{ 
 "instances": ["the movie was excellent", "i did not like the plot ."]
}

Por padrão, o servidor retorna apenas uma previsão, aquela com a maior probabilidade. Para 
recuperar as k principais previsões, você pode definir k na configuração, da seguinte maneira:

{ 
 "instances": ["the movie was excellent", "i did not like the plot ."], 
 "configuration": {"k": 2}
}
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Para BlazingText, os parâmetros  content-type e accept devem ser iguais. Para a 
transformação em lote, ambos precisam ser application/jsonlines. Se eles forem diferentes, o 
campo Accept será ignorado. O formato para a entrada é:

content-type: application/jsonlines

{"source": "source_0"}
{"source": "source_1"}

if you need to pass the value of k for top-k, then you can do it in the following way:

{"source": "source_0", "k": 2}
{"source": "source_1", "k": 3}

O formato para a saída é:

accept: application/jsonlines

{"prob": [prob_1], "label": ["__label__1"]}
{"prob": [prob_1], "label": ["__label__1"]}

If you have passed the value of k to be more than 1, then response will be in this 
 format:

{"prob": [prob_1, prob_2], "label": ["__label__1", "__label__2"]}
{"prob": [prob_1, prob_2], "label": ["__label__1", "__label__2"]}

Para os modos supervisionado (classificação de texto) e não supervisionado (Word2Vec), os binários 
(*.bin) produzidos pelo BlazingText podem ser consumidos de forma cruzada pelo fastText, e vice-
versa. Você pode usar binários produzidos pelo BlazingText e pelo fastText. Da mesma forma, é 
possível hospedar os binários de modelos criados com o fastText usando BlazingText.

Aqui está um exemplo de como usar um modelo gerado com BlazingText com fastText:

#Download the model artifact from S3
aws s3 cp s3://<YOUR_S3_BUCKET>/<PREFIX>/model.tar.gz model.tar.gz

#Unzip the model archive
tar -xzf model.tar.gz
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#Use the model archive with fastText
fasttext predict ./model.bin test.txt

No entanto, os binários só são compatíveis quando o treinamento em CPU e GPU única; o 
treinamento em várias GPUs não produzirá binários.

Recomendação de instâncias do EC2 para o algoritmo BlazingText

Para os modos cbow e skipgram, o BlazingText é compatível com uma instância de CPU ou 
GPU. Ambos os modos oferecem suporte para a aprendizagem de incorporações subwords. Para 
alcançar a velocidade mais alta sem comprometer a precisão, recomendamos que você use uma 
instância ml.p3.2xlarge.

Para o modo batch_skipgram, BlazingText é compatível com uma ou várias instâncias de CPU. 
Ao treinar em várias instâncias, defina o valor do campo S3DataDistributionType do objeto
S3DataSource que você passa à API CreateTrainingJob como FullyReplicated. O 
BlazingText cuida da distribuição dos dados entre as máquinas.

Para o modo de classificação de texto supervisionado, uma instância C5 é recomendada se o 
conjunto de dados de treinamento é menor que 2 GB. Para conjuntos de dados maiores, use 
uma instância com uma única GPU. O BlazingText suporta instâncias P2, P3, G4dn e G5 para 
treinamento e inferência.

Blocos de anotações de amostra do BlazingText

Para um caderno de exemplo de amostra que treina e implanta o algoritmo SageMaker BlazingText 
para gerar vetores de palavras, consulte Aprendendo representações de palavras do Word2Vec 
usando o BlazingText. Para obter instruções para criar e acessar instâncias de blocos de anotações 
Jupyter que você pode utilizar para executar o exemplo em SageMaker, consulte Instâncias do 
Amazon SageMaker Notebook. Depois de criar e abrir uma instância de bloco de anotações, escolha 
a guia Exemplos do SageMaker para ver uma lista de todos os exemplos do SageMaker. Os blocos 
de anotações de exemplo de modelagem de tópicos que usam o Blazing Text estão localizados na 
seção Introdução a algoritmos da Amazon. Para abrir um bloco de anotações, escolha sua aba Uso e 
depois escolha Criar cópia.

Hiperparâmetros do BlazingText

Ao iniciar um trabalho de treinamento com uma solicitação CreateTrainingJob, você 
especifica um algoritmo de treinamento. Também é possível especificar hiperparâmetros 
específicos de algoritmo como mapas de string a string. Os hiperparâmetros para o algoritmo 
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BlazingText dependem do modo usado: Word2Vec (não supervisionado) e Classificação de texto 
(supervisionado).

Hiperparâmetros do Word2Vec

A tabela a seguir lista os hiperparâmetros do algoritmo de treinamento BlazingText Word2Vec 
fornecido pelo Amazon SageMaker.

Nome do parâmetro Descrição

mode A arquitetura do Word2vec usada para treinamento.

Obrigatório

Valores válidos: batch_skipgram , skipgram ou cbow

batch_size O tamanho de cada lote quando mode está definido como
batch_skipgram . Defina um número de 10 a 20.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 11

buckets O número de buckets de hash a serem usados para subpalavr 
as.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 2000000

epochs O número de passagens completas pelos dados de treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5
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Nome do parâmetro Descrição

evaluation Se o modelo treinado é avaliado usando o Teste WordSimil 
arity-353.

Opcional

Valores válidos: (booleano) True ou False

Valor padrão: True

learning_rate O tamanho da etapa usado para atualizações de parâmetros.

Opcional

Valores válidos: flutuante positivo

Valor padrão: 0.05

min_char O número mínimo de caracteres a ser usado para subpalavras/
n-gramas de caracteres.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 3

min_count Palavras que aparecem menos de min_count  vezes são 
descartadas.

Opcional

Valores válidos: inteiro não negativo

Valor padrão: 5
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Nome do parâmetro Descrição

max_char O número máximo de caracteres a serem usados para 
subpalavras/n-gramas de caracteres

Opcional

Valores válidos: inteiro positivo

Valor padrão: 6

negative_samples O número de amostras negativas para a estratégia de compartil 
hamento de amostras negativas.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5

sampling_threshold O limite para a ocorrência de palavras. Palavras que aparecem 
com maior frequência nos dados de treinamento são amostrada 
s aleatoriamente.

Opcional

Valores válidos: fração positiva. O intervalo recomendado é (0, 
1e-3]

Valor padrão: 0.0001

subwords Se incorporações de subpalavras devem ou não ser aprendidas.

Opcional

Valores válidos: (booliano) True ou False

Valor padrão: False
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Nome do parâmetro Descrição

vector_dim A dimensão dos vetores de palavra que o algoritmo aprende.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 100

window_size O tamanho da janela de contexto. Janela de contexto é o 
número de palavras em torno da palavra de destino usada para 
treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5

Hiperparâmetros de classificação de texto

A tabela a seguir lista os hiperparâmetros para o algoritmo de treinamento de Classificação de texto 
fornecido pelo Amazon SageMaker.

Note

Embora alguns dos parâmetros sejam comuns entre os modos de Classificação de texto e 
Word2Vec, eles podem ter significados diferentes dependendo do contexto.

Nome do parâmetro Descrição

mode O modo de treinamento.

Obrigatório

Valores válidos: supervised
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Nome do parâmetro Descrição

buckets O número de buckets de hash a serem usados para n-gramas 
de palavras.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 2000000

early_stopping Se o treinamento deve ou não ser interrompido caso a precisão 
de validação não melhore depois de um patience número de 
epochs. Observe que um canal de validação é obrigatório se a 
parada antecipada for usada.

Opcional

Valores válidos: (booleano) True ou False

Valor padrão: False

epochs O número máximo de passagens completas pelos dados de 
treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5

learning_rate O tamanho da etapa usado para atualizações de parâmetros.

Opcional

Valores válidos: flutuante positivo

Valor padrão: 0.05
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Nome do parâmetro Descrição

min_count Palavras que aparecem menos de min_count  vezes são 
descartadas.

Opcional

Valores válidos: inteiro não negativo

Valor padrão: 5

min_epochs O número mínimo de epochs a treinar antes que a lógica de 
interrupção precoce seja invocada.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5

patience O número de epochs a aguardar antes de aplicar a interrupç 
ão precoce quando nenhum progresso é feito no conjunto de 
validação. Usado somente quando early_stopping  é True.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 4

vector_dim A dimensão da camada de incorporação.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 100
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Nome do parâmetro Descrição

word_ngrams O número de recursos de n-gramas de palavras a serem 
usados.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 2

Ajustar um modelo BlazingText

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo BlazingText

O algoritmo Word2Vec BlazingText (modos skipgram, cbow e batch_skipgram) relata uma única 
métrica durante o treinamento: train:mean_rho. Esta métrica é calculada em conjuntos de dados 
de semelhança de palavras WS-353. Ao ajustar os valores de hiperparâmetros para o algoritmo 
Word2Vec, use essa métrica como o objetivo.

O algoritmo de Classificação de texto BlazingText (modo supervised), também relata uma única 
métrica durante o treinamento: validation:accuracy. Ao ajustar os valores de hiperparâmetros 
para o algoritmo de classificação de texto, use estas métricas como o objetivo.

Nome da métrica Descrição Direção de otimização

train:mean_rho O rho (coeficiente de correlação de classific 
ação de Spearman) médio em conjuntos de 
dados de semelhança de palavras WS-353

Maximizar
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Nome da métrica Descrição Direção de otimização

validatio 
n:accuracy

A precisão da classificação no conjunto de 
dados de validação especificado pelo usuário

Maximizar

Hiperparâmetros BlazingText ajustáveis

Hyperparameters ajustáveis para o algoritmo Word2Vec

Ajuste um modelo Word2Vec BlazingText do Amazon SageMaker com os seguintes 
hiperparâmetros. Os hiperparâmetros que têm o maior impacto nas métricas objetivas de Word2Vec 
são: mode,  learning_rate, window_size, vector_dim e negative_samples.

Nome do parâmetro Tipo de parâmetro Intervalos ou valores 
recomendados

batch_size IntegerParameterRange [8-32]

epochs IntegerParameterRange [5-15]

learning_rate ContinuousParameterRange MinValue: 0.005, 
MaxValue: 0.01

min_count IntegerParameterRange [0-100]

mode CategoricalParameterRange ['batch_sk 
ipgram' ,
'skipgram' ,
'cbow']

negative_ 
samples

IntegerParameterRange [5-25]

sampling_ 
threshold

ContinuousParameterRange MinValue: 0.0001, 
MaxValue: 0.001

vector_dim IntegerParameterRange [32-300]

window_size IntegerParameterRange [1-10]
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Hiperparâmetros ajustáveis para o algoritmo de classificação de texto

Ajuste um modelo de classificação de texto BlazingText do Amazon SageMaker com os seguintes 
hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos ou valores 
recomendados

buckets IntegerParameterRange [1000000-10000000]

epochs IntegerParameterRange [5-15]

learning_rate ContinuousParameterRange MinValue: 0.005, 
MaxValue: 0.01

min_count IntegerParameterRange [0-100]

vector_dim IntegerParameterRange [32-300]

word_ngrams IntegerParameterRange [1-3]

Algoritmo Latent Dirichlet Allocation (LDA)

O algoritmo Latent Dirichlet Allocation (LDA) do Amazon SageMaker é um algoritmo de aprendizado 
não supervisionado que tenta descrever um conjunto de observações como uma mistura de 
categorias distintas. É mais comumente usado para descobrir um número de tópicos especificado 
pelo usuário, compartilhado por documentos dentro de um corpus de textos. Aqui, cada observação 
é um documento, os recursos são a presença (ou contagem de ocorrências) de cada palavra, e as 
categorias são os tópicos. Como é um método não supervisionado, os tópicos não são especificados 
de antemão e não há garantias de que sua categorização de documentos seja similar a como um 
humano normalmente faria. Os tópicos são aprendidos como uma distribuição de probabilidade 
sobre as palavras que ocorrem em cada documento. Cada documento, por sua vez, é descrito como 
uma combinação de tópicos.

O conteúdo exato de dois documentos com combinações de tópicos semelhantes não será 
o mesmo. Mas, em geral, espera-se que esses documentos usem com mais frequência um 
subconjunto compartilhado de palavras, em vez de compará-las com um documento de uma 
combinação diferente de tópicos. Isso permite que o LDA descubra esses grupos de palavras e os 
utilize para formar tópicos. Como um exemplo extremamente simples, tendo em conta um conjunto 
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de documentos em que as únicas palavras que ocorrem são: comer, dormir, brincar, miar e latir, o 
LDA pode produzir tópicos como estes:

Tópico comer dormir brincar miar latir

Tópico 1 0.1 0.3 0.2 0.4 0.0

Tópico 2 0.2 0.1 0.4 0.0 0.3

É possível inferir que os documentos com mais probabilidade de se encaixar no Tópico 1 são sobre 
gatos (que tendem a miar e dormir mais), e que os documentos que se encaixam no Tópico 2 são 
sobre cães (que preferem brincar e latir). Esses tópicos podem ser encontrados mesmo que as 
palavras cão e gato nunca aparecem em nenhum dos textos.

Tópicos

• Escolha entre Latent Dirichlet Allocation (LDA) e modelo de tópico neural (NTM)

• Interface de entrada/saída para o algoritmo LDA

• Recomendação de instâncias do EC2 para o algoritmo LDA

• Cadernos de exemplo do LDA

• Como o LDA funciona

• Hiperparâmetros do LDA

• Ajustar um modelo LDA

Escolha entre Latent Dirichlet Allocation (LDA) e modelo de tópico neural (NTM)

Modelos de tópicos são comumente usados para produzir tópicos a partir de corpus que (1) 
encapsulam coerentemente o significado semântico e (2) descrevem bem os documentos. Dessa 
forma, os modelos de tópicos visam minimizar a perplexidade e maximizar a coerência do tópico.

Perplexidade é uma métrica intrínseca de avaliação de modelagem de linguagem que mede o 
inverso da probabilidade da média geométrica por palavra em seus dados de teste. Uma pontuação 
de perplexidade mais baixa indica melhor desempenho de generalização. A pesquisa mostrou que 
a probabilidade calculada por palavra muitas vezes não se alinha ao julgamento humano e pode ser 
totalmente não correlacionada, portanto, foi introduzida a coerência do tópico. Cada tópico inferido 
do seu modelo consiste em palavras, e a coerência do tópico é calculada com base nas N palavras 
principais para esse tópico específico do seu modelo. Muitas vezes é definido como a média ou 
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mediana das pontuações de similaridade de palavras entre pares das palavras naquele tópico, por 
exemplo, Pointwise Mutual Information (PMI). Um modelo promissor gera tópicos coerentes ou 
tópicos com altas pontuações de coerência de tópicos.

Embora o objetivo seja treinar um modelo de tópico que minimize a perplexidade e maximize a 
coerência do tópico, muitas vezes há uma compensação entre LDA e NTM. Uma pesquisa recente 
da Amazon, Dinget et al., 2018 mostrou que o NTM é promissor para alcançar alta coerência de 
tópicos, mas o LDA treinado com amostragem de Gibbs reduzida atinge melhor perplexidade. Há 
uma compensação entre perplexidade e coerência tópica. Do ponto de vista prático em relação 
ao hardware e à potência computacional, o hardware do SageMaker NTM é mais flexível do que 
o LDA e pode ser escalado melhor porque o NTM pode ser executado em CPU e GPU e pode ser 
paralelizado em várias instâncias de GPU, enquanto o LDA só oferece suporte ao treinamento de 
CPU em uma única instância.

Tópicos

• Interface de entrada/saída para o algoritmo LDA

• Recomendação de instâncias do EC2 para o algoritmo LDA

• Cadernos de exemplo do LDA

• Como o LDA funciona

• Hiperparâmetros do LDA

• Ajustar um modelo LDA

Interface de entrada/saída para o algoritmo LDA

No LDA, espera-se que os dados sejam fornecidos no canal de treinamento. Opcionalmente, 
o algoritmo é compatível com um canal de teste, que é pontuado pelo modelo final. O LDA é 
compatível com os formatos de arquivo recordIO-wrapped-protobuf (denso e esparso) e CSV. 
Para CSV, os dados devem ser densos e ter uma dimensão igual ao número de registros * tamanho 
do vocabulário. O LDA pode ser treinado no modo de Arquivo ou Pipe ao usar protobufs encapsulada 
em recordIO, mas somente no modo de Arquivo para o formato CSV.

Para inferência, não há compatibilidade com os tipos de conteúdo text/csv, application/json
e application/x-recordio-protobuf. Dados esparsos também podem ser passados para
application/json e application/x-recordio-protobuf. A inferência do LDA retorna
application/jsonprevisõesapplication/x-recordio-protobuf  ou , que incluem o vetor
topic_mixture para cada observação.
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Para obter mais detalhes sobre os formatos de inferência e treinamento, consulte os Cadernos de 
exemplo do LDA.

Recomendação de instâncias do EC2 para o algoritmo LDA

O LDA atualmente só é compatível com o treinamento de CPU de única instância. As instâncias de 
CPU são recomendadas para hospedagem/inferência.

Cadernos de exemplo do LDA

Para obter um exemplo de notebook que mostra como treinar o algoritmo SageMaker Latent Dirichlet 
Allocation em um conjunto de dados e, em seguida, como implantar o modelo treinado para realizar 
inferências sobre as misturas de tópicos em documentos de entrada, consulte Introdução ao LDA 
do SageMaker. Para obter instruções sobre como criar e acessar instâncias do bloco de anotações 
Jupyter que você pode usar para executar o exemplo no SageMaker, consulte Instâncias do Amazon 
SageMaker Notebook. Depois de criar uma instância do bloco de anotações Jupyter e abri-la, 
selecione a guia Exemplos do SageMaker para ver uma lista de todas as amostras do SageMaker. 
Os blocos de anotações de exemplo de modelagem de tópicos que usam os algoritmos NTM estão 
localizados na seção Introdução a algoritmos da Amazon. Para abrir um bloco de anotações, clique 
em sua guia Use (Uso) e selecione Create copy (Criar cópia).

Como o LDA funciona

O LDA do Amazon SageMaker é um algoritmo de aprendizado não supervisionado que tenta 
descrever um conjunto de observações como uma mistura de diferentes categorias. Essas 
categorias são a própria distribuição de probabilidade sobre os recursos. O LDA é um modelo de 
probabilidade generativo, o que significa que ele tenta fornecer um modelo para a distribuição de 
saídas e entradas com base em variáveis latentes. Isso é o contrário dos modelos discriminativos, 
que tentam aprender como as entradas são mapeadas para as saídas.

Use o LDA para uma variedade de tarefas, do clustering de clientes com base nas compras de 
produtos à análise harmônica automática de músicas. No entanto, é mais comumente associado 
à modelagem de tópicos em corpora de texto. As observações são chamadas de documentos. O 
conjunto de recursos é chamado de vocabulário. Um recurso é chamado de uma palavra. E as 
categorias resultantes são chamadas de tópicos.
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Note

A lematização aumenta significativamente o desempenho e a precisão do algoritmo. 
Pense no pré-processamento de quaisquer dados de texto de entrada. Para obter mais 
informações, consulte Raízes de palavras e lematização.

Um modelo LDA é definido por dois parâmetros:

• α: uma estimativa a priori sobre a probabilidade dos tópicos (em outras palavras, a frequência 
média da ocorrência de cada tópico em um determinado documento).

• β: um conjunto de tópicos k, em que cada tópico recebe uma distribuição de probabilidade sobre o 
vocabulário usado em um corpus de documentos, também chamada de "distribuição de palavras 
por tópico".

O LDA é um modelo "bag-of-words", o que significa que a ordem das palavras não importa. É um 
modelo generativo em que cada documento é gerado palavra por palavra, pela escolha de uma 
combinação de tópicos θ ∼ Dirichlet (α).

Para cada palavra no documento:

• Escolha um tópico z ∼ Multinomial(θ).

• Escolha a distribuição de palavras por tópico correspondente, β_z.

• Desenhe uma palavra w ∼ Multinomial(β_z).

No treinamento do modelo, o objetivo é encontrar parâmetros α e β, que maximizam a probabilidade 
de o corpus de textos ser gerado pelo modelo.

Os métodos mais conhecidos para estimativa do modelo LDA usam técnicas de maximização de 
expectativas (EM) ou amostragem de Gibbs. O LDA do Amazon SageMaker usa decomposição 
espectral de tensor. Isso traz várias vantagens:

• Garantias teóricas sobre os resultados. No método EM padrão, a convergência certamente só é 
feita para os pontos de máximos ou mínimos locais, que geralmente são de baixa qualidade.

• Paralelização inconveniente. O trabalho pode ser dividido trivialmente pelos documentos de 
entrada no treinamento e na inferência. As abordagens do método EM e da amostragem de Gibbs 
podem ser paralelizadas, mas não facilmente.
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• Rápido. Embora o método EM tenha um custo de iteração baixo, é suscetível a taxas lentas de 
convergência. A amostragem de Gibbs também está sujeita a taxas lentas, além de exigir um 
grande número de amostras.

Basicamente, o algoritmo de decomposição de tensor segue este processo:

1. O objetivo é calcular a decomposição espectral de um tensor V x V x V, que resume os momentos 
dos documentos no nosso corpus. V é o tamanho do vocabulário (em outras palavras, o número 
de palavras distintas em todos os documentos). Os componentes espectrais desse tensor são 
os parâmetros LDA α e β, que maximizam a probabilidade geral do corpus de documentos. No 
entanto, como o tamanho do vocabulário tende a ser grande, esse tensor V x V x V é grande 
demais para ser armazenado na memória.

2. Em vez disso, ele usa uma matriz de momento V x V, que representa uma analogia bidimensional 
do tensor da etapa 1, para encontrar uma matriz de ruído branco de dimensão V x k. Essa matriz 
pode ser usada para converter a matriz de momento V x V em uma matriz de identidade k x k. k é 
o número de tópicos no modelo.

3. Essa mesma matriz de ruído branco pode ser usada para encontrar um tensor k x k x k menor. 
Quando submetido a decomposição espectral, esse tensor conta com componentes que têm uma 
relação simples com os componentes do tensor V x V x V.

4. O método de mínimos quadrados alternantes é usado para decompor o tensor k x k x k menor. 
Isso fornece uma melhoria significativa em velocidade e consumo de memória. Para encontrar os 
parâmetros α e β, basta aplicar "ruído branco" nesses resultados, na decomposição espectral.

Depois que os parâmetros do modelo LDA são encontrados, é possível encontrar as combinações 
de tópicos de cada documento. Use o algoritmo Stochastic Gradient Descent para maximizar 
a função de probabilidade da observância de uma determinada combinação de tópicos 
correspondentes a esses dados.

Para aprimorar a qualidade dos tópicos, aumente o número de tópicos a ser procurados no 
treinamento e, em seguida, filtre os de baixa qualidade. Na verdade, isso é feito automaticamente 
no LDA do SageMaker: 25% mais tópicos são computados e apenas aqueles com maiores 
antecedentes de Dirichlet associados são retornados. Para filtrar e analisar ainda mais os tópicos, é 
possível aumentar a contagem de tópicos e modificar o modelo LDA resultante da seguinte forma:

> import mxnet as mx
> alpha, beta = mx.ndarray.load(‘model.tar.gz’)
> # modify alpha and beta
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> mx.nd.save(‘new_model.tar.gz’, [new_alpha, new_beta])
> # upload to S3 and create new SageMaker model using the console

Para obter mais informações sobre algoritmos para LDA e a implementação do SageMaker, consulte 
o seguinte:

• Animashree Anandkumar, Rong Ge, Daniel Hsu, Sham M Kakade e Matus Telgarsky. Tensor 
Decompositions for Learning Latent Variable Models, Journal of Machine Learning Research, 
15:2773–2832, 2014.

• David M Blei, Andrew Y Ng e Michael I Jordan. Latent Dirichlet Allocation. Journal of Machine 
Learning Research, 3(Jan):993–1022, 2003.

• Thomas L Griffiths e Mark Steyvers. Finding Scientific Topics. Proceedings of the National 
Academy of Sciences, 101(suppl 1):5228–5235, 2004.

• Tamara G Kolda e Brett W Bader. Tensor Decompositions and Applications. SIAM Review, 
51(3):455–500, 2009.

Hiperparâmetros do LDA

Na solicitação CreateTrainingJob, é especificado o algoritmo de treinamento. Também é 
possível especificar hiperparâmetros específicos de algoritmo como mapas de string a string. A 
tabela a seguir lista os hiperparâmetros do algoritmo de treinamento LDA fornecido pelo Amazon 
SageMaker. Para obter mais informações, consulte Como o LDA funciona.

Nome do parâmetro Descrição

num_topics O número de tópicos que o LDA deve encontrar dentro dos 
dados.

Obrigatório

Valores válidos: inteiro positivo

feature_dim O tamanho do vocabulário do corpus de documentos de 
entrada.

Obrigatório

Valores válidos: inteiro positivo
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Nome do parâmetro Descrição

mini_batch_size O número total de documentos no corpus de entrada.

Obrigatório

Valores válidos: inteiro positivo

alpha0 Suposição inicial para o parâmetro de concentração: a soma 
dos elementos da estimativa a priori Dirichlet. Valores menores 
têm mais probabilidade de gerar combinações esparsas 
de tópicos, e os valores maiores que 1,0 produzem mais 
combinações uniformes.

Opcional

Valores válidos: flutuante positivo

Valor padrão: 1.0

max_restarts O número de reinicializações a ser executadas durante a fase 
de decomposição espectral de mínimos quadrados alternant 
es (ALS) do algoritmo. Pode ser usado para encontrar pontos 
de mínimos locais de melhor qualidade, mas normalmente não 
deve ser ajustado.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 10
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Nome do parâmetro Descrição

max_iterations O número máximo de iterações a ser executadas durante a fase 
ALS do algoritmo. Pode ser usado para encontrar pontos de 
mínimos de melhor qualidade, mas normalmente não deve ser 
ajustado.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 1000

tol Tolerância fixada de erro para a fase ALS do algoritmo. Pode 
ser usado para encontrar pontos de mínimos de melhor 
qualidade, mas normalmente não deve ser ajustado.

Opcional

Valores válidos: flutuante positivo

Valor padrão: 1e-8

Ajustar um modelo LDA

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

O LDA é um algoritmo de modelagem de tópico não supervisionado que tenta descrever um conjunto 
de observações (documentos) como uma mistura de diferentes categorias (tópicos). A métrica 
"verossimilhança de log por palavra" (PWLL) mede a probabilidade de que um conjunto de tópicos 
aprendidos (um modelo LDA) descreva com precisão um conjunto de dados do documento de teste. 
Valores maiores de PWLL indicam que é mais provável que os dados de teste sejam descritos pelo 
modelo LDA.
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Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo LDA

O algoritmo LDA informa sobre uma única métrica durante o treinamento: test:pwll. Ao ajustar um 
modelo, escolha essa métrica como a métrica objetiva.

Nome da métrica Descrição Direção de otimização

test:pwll Verossimilhança de log por palavra no conjunto 
de dados de teste. A probabilidade de o 
conjunto de dados de teste ser descrito com 
precisão pelo modelo LDA aprendido.

Maximizar

Hiperparâmetros ajustáveis do algoritmo LDA

Você pode ajustar os seguintes hiperparâmetros para o algoritmo LDA. Ambos os hiperparâmetros,
alpha0 e num_topics , podem afetar a métrica objetiva do algoritmo LDA (test:pwll). Se você 
ainda não conhece os valores ideais para esses hiperparâmetros, que maximizam a verossimilhança 
de log por palavra e produzem um modelo LDA preciso, o ajuste automático do modelo pode ajudar 
a encontrá-los.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

alpha0 ContinuousParameterRanges MinValue: 0.1, 
MaxValue: 10

num_topics IntegerParameterRanges MinValue: 1, 
MaxValue: 150

Algoritmo de Modelo de tópicos neurais (NTM)

O NTM do Amazon SageMaker do é um algoritmo de aprendizagem não supervisionada usado para 
organizar um corpus de documentos em tópicos contendo agrupamentos de palavras com base 
em sua distribuição estatística. Por exemplo, os documentos que contêm ocorrências frequentes 
de palavras como "bicicleta", "carro", "trem", "quilometragem" e "velocidade" provavelmente 
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compartilham um tópico "transporte". A modelagem de tópicos pode ser usada para classificar 
ou resumir documentos com base nos tópicos detectados ou para recuperar informações ou 
recomendar conteúdo com base em semelhanças de tópicos. Os tópicos de documentos que o NTM 
aprende são caracterizados como uma representação latente, pois são inferidos das distribuições de 
palavras observadas no corpus. A semântica dos tópicos é geralmente inferida por meio do exame 
das palavras melhor classificadas que eles contêm. Por se tratar de um método não supervisionado, 
somente o número de tópicos é predeterminado, não os tópicos em si. Além disso, não há garantias 
de que os tópicos estejam alinhados com o modo humano de naturalmente categorizar documentos.

Com a modelagem de tópicos, é possível visualizar o conteúdo de um grande corpus de documentos 
quanto aos tópicos aprendidos. Os documentos relevantes para cada tópico podem ser indexados 
ou pesquisados com base nos seus rótulos de tópicos flexíveis. As representações latentes dos 
documentos também podem ser usadas para encontrar documentos semelhantes no espaço do 
tópico. Além disso, é possível usar as representações latentes dos documentos aprendidos pelo 
modelo de tópico como dados de entrada em outro algoritmo supervisionado, como um classificador 
de documentos. Como essas representações devem capturar a semântica dos documentos 
subjacentes, o esperado é que o desempenho dos algoritmos parcialmente baseados nelas seja 
melhor do que o dos algoritmos baseados somente em recursos lexicais.

Embora você possa usar os algoritmos NTM do Amazon SageMaker e LDA do para modelagem de 
tópico, eles são distintos e podem produzir resultados diferentes com os mesmos dados de entrada.

Para obter mais informações sobre a matemática subjacente do NTM, consulte este artigo sobre
inferência de variação neural para processamento de texto.

Tópicos

• Interface de entrada/saída para o algoritmo NTM

• Recomendação de instâncias do EC2 para o algoritmo NTM

• Blocos de anotações de amostra do NTM

• Hiperparâmetros do NTM

• Ajustar um modelo NTM

• Formatos de resposta do NTM

Interface de entrada/saída para o algoritmo NTM

O Modelo de tópicos neurais do Amazon SageMaker oferece suporte a quatro canais de dados: 
treinamento, validação, teste e auxiliar. Os canais de dados de validação, teste e auxiliar são 
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opcionais. Se você especificar qualquer um desses canais opcionais, defina o valor do parâmetro
S3DataDistributionType para eles como FullyReplicated. Se você fornecer dados de 
validação, a perda sobre esses dados será registrada a cada epoch, e o modelo interromperá 
o treinamento assim que detectar que a perda de validação não está melhorando. Se você não 
fornecê-los, o algoritmo será interrompido antecipadamente com base nos dados de treinamento, 
mas isso pode ser menos eficiente. Se dados de teste forem fornecidos, o algoritmo relatará a perda 
de teste do modelo final.

Os canais de dados de treinamento, validação e teste para o NTM oferecem suporte aos formatos 
de arquivo recordIO-wrapped-protobuf (denso e esparso) e CSV. Para o formato CSV, cada 
linha deve ser representada densamente com contagens de zero para palavras não presentes 
no documento correspondente e ter uma dimensão igual a: (número de registros) * (tamanho 
do vocabulário). É possível usar o modo de Arquivo ou de Pipe para treinar modelos em dados 
formatados como recordIO-wrapped-protobuf ou CSV. O canal auxiliar é usado para fornecer 
um arquivo de texto que contém vocabulário. Ao fornecer o arquivo de vocabulário, os usuários 
podem ver as palavras principais de cada um dos tópicos impressos no log, em vez de seus IDs 
em número inteiro. Ter o arquivo de vocabulário também permite que o NTM calcule as pontuações 
WETC (Coerência de tópicos de incorporação de palavras), uma nova métrica exibida no log que 
captura a semelhança entre as principais palavras em cada tópico de forma eficaz. O ContentType
para o canal auxiliar é text/plain, com cada linha contendo uma única palavra, na ordem 
correspondente aos IDs em números inteiros fornecidos nos dados. O arquivo de vocabulário deve 
ser nomeado como vocab.txt e, atualmente, apenas a codificação UTF-8 tem suporte.

Para inferência, há compatibilidade com os tipos de conteúdo text/csv, application/json,
application/jsonlines e application/x-recordio-protobuf. Dados esparsos também 
podem ser passados para application/json e application/x-recordio-protobuf. A 
inferência do NTM retorna application/jsonprevisõesapplication/x-recordio-protobuf 
ou , que incluem o vetor topic_weights para cada observação.

Consulte a postagem de blog e o bloco de anotações que a acompanha para obter mais detalhes 
sobre o uso do canal auxiliar e das pontuações de WETC. Para obter mais informações sobre como 
calcular a pontuação de WETC, consulte Modelagem de tópicos neurais com reconhecimento de 
coerência. Usamos o WETC par a par descrito neste artigo para o Modelo de tópicos neurais do 
Amazon SageMaker.

Para obter mais informações sobre formatos de arquivo de entrada e saída, consulte Formatos de 
resposta do NTM para inferência e os Blocos de anotações de amostra do NTM.
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Recomendação de instâncias do EC2 para o algoritmo NTM

O treinamento do NTM é compatível com os tipos de instância de GPU e CPU. Recomendamos 
as instâncias de GPU, mas os custos de treinamento podem ser menores em instâncias de CPU 
para determinadas cargas de trabalho. Para inferência, as instâncias de CPU já são o bastante. 
O treinamento NTM oferece suporte às famílias de instâncias de GPU P2, P3, G4dn e G5 para 
treinamento e inferência.

Blocos de anotações de amostra do NTM

Para um bloco de anotações de amostra que usa o algoritmo NTM do SageMaker para descobrir 
tópicos em documentos de uma fonte de dados sintética, no qual as distribuições de tópicos são 
conhecidas, consulte o artigo de Introdução à funcionalidade básica do NTM. Para obter instruções 
sobre como criar e acessar instâncias do caderno Jupyter que podem ser usadas para executar o 
exemplo no SageMaker, consulte Instâncias do Amazon SageMaker Notebook. Depois de criar uma 
instância de bloco de anotações Jupyter e abri-la, selecione a guia Exemplos do SageMaker para ver 
uma lista de todas as amostras do SageMaker. Os blocos de anotações de exemplo de modelagem 
de tópicos que usam os algoritmos NTM estão localizados na seção Introdução a algoritmos da 
Amazon. Para abrir um bloco de anotações, clique em sua guia Use (Uso) e selecione Create copy 
(Criar cópia).

Hiperparâmetros do NTM

Nome do parâmetro Descrição

feature_dim O tamanho do vocabulário do conjunto de dados.

Obrigatório

Valores válidos: inteiro positivo (mínimo: 1; máximo: 1.000.000)

num_topics O número de tópicos obrigatórios.

Obrigatório

Valores válidos: inteiro positivo (mínimo: 2; máximo: 1000)

batch_norm Se a normalização de lote deve ser usada durante o treinamen 
to.

Opcional
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Nome do parâmetro Descrição

Valores válidos: true ou false

Valor padrão: false

clip_gradient A magnitude máxima de cada componente de gradiente.

Opcional

Valores válidos: flutuante (mínimo: 1e-3)

Valor padrão: infinito

encoder_layers O número de camadas no codificador e o tamanho da saída de 
cada camada. Quando definido como auto, o algoritmo usa duas 
camadas com 3 vezes o tamanho de num_topics  e 2 vezes o 
tamanho de num_topics  respectivamente.

Opcional

Valores válidos: lista separada por vírgulas de inteiros positivos 
ou auto

Valor padrão: auto

encoder_layers_act 
ivation

A função de ativação a ser usada nos codificadores de 
camadas.

Opcional

Valores válidos:

• sigmoid: Função sigmoide

• tanh: Tangente hiperbólica

• relu: Unidade linear retificada

Valor padrão: sigmoid
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Nome do parâmetro Descrição

epochs O número máximo de passagens nos dados de treinamento.

Opcional

Valores válidos: Número inteiro positivo (mínimo: 1)

Valor padrão: 50

learning_rate A taxa de aprendizagem do otimizador.

Opcional

Valores válidos: flutuante (mínimo: 1e-6; máximo: 1,0)

Valor padrão: 0.001

mini_batch_size O número de exemplos em cada minilote.

Opcional

Valores válidos: inteiro positivo (mínimo: 1; máximo: 10000)

Valor padrão: 256

num_patience_epochs O número de epochs sucessivos sobre o qual cada critério 
de interrupção precoce é avaliado. A interrupção precoce é 
acionada quando a mudança na função de perda cai abaixo do
tolerance  especificado no último num_patience_epoch 
s  número de epochs. Para desativar a interrupção precoce, 
defina num_patience_epochs  como um valor maior que
epochs.

Opcional

Valores válidos: Número inteiro positivo (mínimo: 1)

Valor padrão: 3
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Nome do parâmetro Descrição

optimizer O otimizador a ser usado para o treinamento.

Opcional

Valores válidos:

• sgd: Descida de gradiente estocástica

• adam: Estimativa de dinâmica adaptativa

• adagrad: Algoritmo de gradiente adaptativo

• adadelta: Um algoritmo de taxa de aprendizagem adaptativ 
o

• rmsprop: Propagação da raiz média quadrática

Valor padrão: adadelta

rescale_gradient O fator de redimensionamento do gradiente.

Opcional

Valores válidos: flutuante (mínimo: 1e-3; máximo: 1,0)

Valor padrão: 1.0

sub_sample A fração dos dados de treinamento da qual obter uma amostra 
para treinamento por epoch.

Opcional

Valores válidos: flutuante (mínimo: 0,0; máximo: 1,0)

Valor padrão: 1.0
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Nome do parâmetro Descrição

tolerance A mudança relativa máxima na função de perda. A interrupç 
ão precoce é acionada quando a mudança na função de perda 
cai abaixo desse valor no último num_patience_epochs
número de epochs.

Opcional

Valores válidos: flutuante (mínimo: 1e-6; máximo: 0,1)

Valor padrão: 0.001

weight_decay O coeficiente de degradação do peso. Adiciona regularização 
L2.

Opcional

Valores válidos: flutuante (mínimo: 0,0; máximo: 1,0)

Valor padrão: 0.0

Ajustar um modelo NTM

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

O NTM do Amazon SageMaker é um algoritmo de aprendizagem não supervisionada que absorve 
representações latentes de grandes conjuntos de dados distintos, como um corpus de documentos. 
Representações latentes usam variáveis inferidas que não são medidas diretamente para modelar as 
observações em um conjunto de dados. O ajuste automático de modelo no NTM ajuda a encontrar o 
modelo que minimiza a perda sobre os dados de treinamento ou validação. A perda de treinamento
mede o quão bem o modelo se encaixa nos dados de treinamento. A perda de validação mede 
o quão bem o modelo pode generalizar para os dados nos quais ele não é treinado. Uma baixa 
perda de treinamento indica que um modelo é uma boa opção para os dados de treinamento. Uma 
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baixa perda de validação indica que um modelo não causou sobreajuste nos dados de treinamento 
e, portanto, deve ser capaz de modelar com sucesso os documentos nos quais não foi treinado. 
Normalmente, é preferível que ambas as perdas sejam pequenas. No entanto, minimizar a perda de 
treinamento em excesso pode resultar em um superajuste e aumentar a perda de validação, o que 
reduziria a generalidade do modelo.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo NTM

O algoritmo NTM relata uma única métrica que é calculada durante o treinamento:
validation:total_loss. A perda total é a soma da perda de reconstrução e da divergência de 
Kullback-Leibler. Ao ajustar os valores de hiperparâmetros, escolha essa métrica como o objetivo.

Nome da métrica Descrição Direção de otimização

validatio 
n:total_loss

Perda total no conjunto de validação Minimizar

Hyperparameters ajustáveis do NTM

Você pode ajustar os seguintes hiperparâmetros para o algoritmo NTM. Normalmente, configurar 
valores mini_batch_size baixos e learning_rate pequenos resulta em perdas de validação 
mais baixas, embora possa exigir maior tempo de treinamento. Baixas perdas de validação não 
necessariamente produzem mais tópicos coerentes conforme interpretados pelos seres humanos. O 
efeito de outros hiperparâmetros na perda de treinamento e validação pode variar dependendo do 
conjunto de dados. Para ver quais valores são compatíveis, consulte Hiperparâmetros do NTM.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

encoder_l 
ayers_act 
ivation

CategoricalParameterRanges ['sigmoid', 'tanh', 'relu']

learning_rate ContinuousParameterRange MinValue: 1e-4, 
MaxValue: 0.1
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

mini_batch_size IntegerParameterRanges MinValue: 16, 
MaxValue:2048

optimizer CategoricalParameterRanges ['sgd', 'adam', 
'adadelta']

rescale_g 
radient

ContinuousParameterRange MinValue: 0.1, 
MaxValue: 1.0

weight_decay ContinuousParameterRange MinValue: 0.0, 
MaxValue: 1.0

Formatos de resposta do NTM

Todos os algoritmos integrados do aderem ao formato de inferência de entrada comum descrito 
em Formatos de dados gerais – inferência. Este tópico contém uma lista dos formatos de saída 
disponíveis para o algoritmo NTM do SageMaker.

Formato de resposta JSON

{ 
    "predictions":    [ 
        {"topic_weights": [0.02, 0.1, 0,...]}, 
        {"topic_weights": [0.25, 0.067, 0,...]} 
    ]
}

Formato de resposta JSONLINES

{"topic_weights": [0.02, 0.1, 0,...]}
{"topic_weights": [0.25, 0.067, 0,...]}

Formato de resposta RECORDIO

[ 
    Record = { 
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        features = {}, 
        label = { 
            'topic_weights': { 
                keys: [], 
                values: [0.25, 0.067, 0, ...]  # float32 
            } 
        } 
    }, 
    Record = { 
        features = {}, 
        label = { 
            'topic_weights': { 
                keys: [], 
                values: [0.25, 0.067, 0, ...]  # float32 
            } 
        } 
    }   
]

Algoritmo Object2Vec

O algoritmo Object2Vec do Amazon SageMaker é um algoritmo de incorporação neural de uso geral 
altamente personalizável. Ele pode aprender incorporações densas de baixa dimensão de objetos 
de alta dimensão. As incorporações são aprendidas de uma maneira que preserva a semântica do 
relacionamento entre pares de objetos no espaço original no espaço de incorporação. É possível 
usar as integrações aprendidas para calcular com eficiência os vizinhos mais próximos de objetos 
e para visualizar clusters naturais de objetos relacionados em espaços de baixa dimensão, por 
exemplo. Você também pode usar as integrações como recursos dos objetos correspondentes em 
tarefas posteriores supervisionadas, como classificação ou regressão.

O Object2Vec generaliza a conhecida técnica de incorporação Word2Vec para palavras, otimizada 
no SageMaker Algoritmo BlazingText. Para uma postagem de blog que discute como aplicar 
o Object2Vec a alguns casos de uso práticos, consulte Introdução ao Object2Vec no Amazon 
SageMaker.

Tópicos

• Interface de E/S para o algoritmo Object2Vec

• Recomendação de instâncias do EC2 para o algoritmo Object2Vec

• Blocos de anotações de amostra para Object2Vec

• Como funciona o algoritmo Object2Vec
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• Hiperparâmetros de Object2Vec

• Ajustar um modelo Object2Vec

• Formatos de dados para treinamento em Object2Vec

• Formatos de dados para inferência em Object2Vec

• Incorporações de codificadores para Object2Vec

Interface de E/S para o algoritmo Object2Vec

Você pode usar o algoritmo Object2Vec em diversos tipos de dados de entrada, incluindo os 
seguintes exemplos:

Tipos de dados de entrada Exemplo

Pares de frase-frase “Um jogo de futebol com vários homens jogando.” e “Alguns 
homens estão praticando um esporte”.

Pares de rótulo-sequência As tags de gênero do filme "Titanic", como "Romance" e 
"Drama", e sua breve descrição: "Titanic, de James Cameron, 
é um romance épico repleto de ação sobre a malfadada viagem 
inaugural do R.M.S. Titanic. Ele foi o transatlântico mais luxuoso 
de sua era, um navio dos sonhos que, finalmente, levou mais de 
1.500 pessoas à morte nas águas geladas do Atlântico Norte na 
madrugada de 15 de abril de 1912."

Pares de cliente-cliente O ID do cliente de Jane e o ID de cliente Jackie.

Pares de produto-produto O ID do produto do futebol e o ID do produto de basquete.

Pares de item-usuário de 
revisão de item

Um ID do usuário e os itens que ela comprou, como apple, 
pereira e laranja.

Para transformar os dados de entrada em formatos compatíveis, você deve pré-processá-los. 
Atualmente, o algoritmo Object2Vec oferece suporte de forma nativa a dois tipos de entrada:

• Um token discreto, que é representado como lista de um único integer-id. Por exemplo, [10].

• Uma sequências de tokens discretos, que é representado como lista de integer-ids. Por 
exemplo, [0,12,10,13].
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O objeto em cada par pode ser assimétrico. Por exemplo, os pares podem ser (token, sequência) 
ou (token, token) ou (sequência, sequência). Para entradas de token, o algoritmo oferece suporte 
a integrações simples como codificadores compatíveis. Para sequências de vetores de token, o 
algoritmo oferece suporte para os seguintes codificadores:

• Incorporações em pool médio

• CNNs (Redes neurais convolucionais) hierárquicas,

• BiLSTMs (Multi-layered bidirectional long short-term memory)

O rótulo de entrada para cada par pode ser um dos seguintes:

• Um rótulo categórico que expressa a relação entre os objetos no par

• Uma pontuação que expressa a intensidade da semelhança entre os dois objetos

Para rótulos categóricos usados na classificação, o algoritmo oferece suporte para a função de perda 
de entropia cruzada. Para classificações/rótulos baseados em pontuação usados na regressão, 
o algoritmo oferece suporte para a função de perda de MSE (erro quadrático médio). Especifique 
essas funções de perda com o hiperparâmetro output_layer ao criar o trabalho de treinamento de 
modelo.

Recomendação de instâncias do EC2 para o algoritmo Object2Vec

O tipo de instância do Amazon Elastic Compute Cloud (Amazon EC2) que você usa depende do fato 
de você estar treinando ou executando inferência.

Ao treinar um modelo usando o algoritmo Object2Vec em uma CPU, comece com uma instância 
ml.m5.2xlarge. Para treinar em uma GPU, comece com uma instância ml.p2.xlarge. Se o treinamento 
demorar muito nessa instância, você poderá usar uma instância maior. Atualmente, o algoritmo 
Object2Vec só pode treinar em uma única máquina. No entanto, ele oferece suporte para várias 
GPUs. O Object2Vec oferece suporte às famílias de instâncias de GPU P2, P3, G4dn e G5 para 
treinamento e inferência.

Para inferência com um modelo Object2Vec treinado com uma rede neural profunda, recomendamos 
o uso de instância de GPU ml.p3.2xlarge. Devido à falta de memória de GPU, a variável de ambiente
INFERENCE_PREFERRED_MODE pode ser especificada para otimização se a rede de inferência the 
section called “Otimização de GPU: classificação ou regressão” ou the section called “Otimização de 
GPU: incorporações de codificador” for carregada na GPU.
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Blocos de anotações de amostra para Object2Vec

• Como usar o Object2Vec para codificar frases em incorporações de comprimento fixo

Note

Para executar os blocos de anotações em uma instância de bloco de anotações, consulte
Blocos de anotações de exemplo. Para executar os blocos de anotações no Studio, consulte
Crie ou abra um notebook Amazon SageMaker Studio Classic.

Como funciona o algoritmo Object2Vec

Ao usar o algoritmo Object2Vec do Amazon SageMaker, siga o fluxo de trabalho padrão: processe 
os dados, treine o modelo e produza inferências.

Tópicos

• Etapa 1: Processar dados

• Etapa 2: Treinar um modelo

• Etapa 3: produzir inferências

Etapa 1: Processar dados

Durante o pré-processamento, converta os dados no formato de arquivo de texto JSON Lines
especificado em Formatos de dados para treinamento em Object2Vec. Além disso, para obter 
a maior precisão durante o treinamento, embaralhe aleatoriamente os dados antes de inseri-
los no modelo. Como você gera permutações aleatórias depende do idioma. Para Python, use
np.random.shuffle. Para Unix, use shuf.

Etapa 2: Treinar um modelo

O algoritmo Object2Vec do SageMaker tem os seguintes componentes principais:

• Dois canais de entrada – Os canais de entrada usam um par de objetos do mesmo tipo ou de tipos 
diferentes como entradas e os transferem para codificadores independentes e personalizáveis.

• Dois codificadores – Os dois codificadores enc0 e enc1 convertem cada objeto em um vector de 
incorporação de tamanho fixo. As incorporações codificadas dos objetos no par, que são então 
transmitidas para um comparador.
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• Um comparador – O comparador compara as incorporações de diferentes maneiras e gera 
pontuações que indicam a força do relacionamento entre os objetos emparelhados. Na pontuação 
de saída para um par de frases. Por exemplo, 1 indica uma forte relação entre um par de frase e 0 
representa um relacionamento fraco.

Durante o treinamento, o algoritmo aceita pares de objetos e seus rótulos de relacionamento ou 
pontuações como entradas. Os objetos em cada par pode ser de tipos diferentes, como descrito 
anteriormente. Se as entradas para os dois codificadores forem compostas pelas mesmas unidades 
de nível de token, você poderá usar uma camada de incorporação de token compartilhada 
definindo o hiperparâmetro tied_token_embedding_weight para quando True criar a tarefa 
de treinamento. Isso é possível, por exemplo, ao comparar sentenças que possuem unidades 
de nível de token de palavra. Para gerar amostras negativas em uma taxa especificada, defina o 
hiperparâmetro negative_sampling_rate para a proporção desejada de amostras negativas 
para positivas. Esse hiperparâmetro agiliza o aprendizado de como diferenciar as amostras positivas 
observadas nos dados de treinamento e as amostras negativas que provavelmente não serão 
observadas.

Os pares de objetos são transmitidos por meio de codificadores personalizáveis e independentes 
que são compatíveis com os tipos de entrada dos objetos correspondentes. Os codificadores 
convertem cada objeto em um par em um vetor de incorporação de tamanho fixo e comprimento 
igual. O par de vetores é passado para um operador comparador, que monta os vetores em um único 
vetor usando o valor especificado no hiperparâmetro comparator_list. O vetor montado, em 
seguida, passa por uma camada multilayer perceptron (MLP), que produz uma saída que compara 
a função de perda com os rótulos que você forneceu. Essa comparação avalia a intensidade do 
relacionamento entre os objetos no par conforme previsto pelo modelo. A figura a seguir mostra esse 
fluxo de trabalho.
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Arquitetura do algoritmo Object2Vec de entradas de dados a pontuações

Etapa 3: produzir inferências

Depois que o modelo for treinado, você poderá usar o codificador treinado para pré-processar 
objetos de entrada ou para executar dois tipos de inferência:

• Para converter objetos de entrada singulares em incorporações de tamanho fixo usando o 
codificador correspondente

• Para prever o rótulo de relacionamento ou a pontuação entre um par de objetos de entrada

O servidor de inferência calcula automaticamente qual dos tipos é solicitado com base nos dados de 
entrada. Para ter as incorporações como saída, forneça apenas uma entrada. Para prever o rótulo ou 
a pontuação do relacionamento, forneça as duas entradas no par.
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Hiperparâmetros de Object2Vec

Na solicitação CreateTrainingJob, é especificado o algoritmo de treinamento. Também é 
possível especificar hiperparâmetros específicos de algoritmo como mapas de string a string. A 
tabela a seguir lista os hiperparâmetros do algoritmo de treinamento do Object2Vec.

Nome do parâmetro Descrição

enc0_max_seq_len O tamanho máximo da sequência do codificador enc0.

Obrigatório

Valores válidos: 1 ≤ inteiro ≤ 5000

enc0_vocab_size O tamanho do vocabulário de tokens enc0.

Obrigatório

Valores válidos: 2 ≤ inteiro ≤ 3000000

bucket_width A diferença permitida entre o tamanho da sequência de dados 
quando a geração de buckets é habilitada. Para habilitar 
buckets, especifique um valor diferente de zero para esse 
parâmetro.

Opcional

Valores válidos: 0 ≤ inteiro ≤ 100

Valor padrão: 0 (sem geração de buckets)

comparator_list Uma lista usada para personalizar a maneira como dois envios 
são comparados. A camada de operador do comparador 
Object2Vec usa as codificações de ambos os codificadores 
como entradas e saídas de um único vetor. Este vetor é uma 
concatenação de subvetores. Os valores da cadeia de caractere 
s transmitidas para a comparator_list  e a ordem na 
qual elas são transmitidas determina como esses subvetore 
s são montados. Por exemplo, se comparator_list="h 
adamard, concat" , o operador comparador, cria o vetor 
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Nome do parâmetro Descrição

concatenando o produto de Hadamard de duas codificações 
e a concatenação de duas codificações. Se, por outro lado, e
comparator_list="hadamard" , o operador comparado 
r, cria o vetor como produto do hadamard de apenas duas 
codificações.

Opcional

Valores válidos: uma string que contém qualquer combinação 
dos nomes dos três operadores binários: hadamard, concat, 
ou abs_diff. O algoritmo Object2Vec atualmente exige que as 
duas codificações vetoriais tenham a mesma dimensão. Esses 
operadores produzem os subvetores da seguinte maneira:

• hadamard: Cria um vetor como produto Hadamard (element- 
wise) de duas codificações.

• concat: Cria um vetor como a concatenação de duas 
codificações.

• abs_diff: Cria um vetor como a diferença absoluta entre 
duas codificações.

Valor padrão: "hadamard, concat, abs_diff"

dropout A probabilidade de abandono para camadas de rede. O
abandono é uma forma de regularização usada em redes 
neurais que reduz o sobreajuste ao remover neurônios 
codependentes.

Opcional

Valores válidos: 0,0 ≤ flutuante ≤ 1,0

Valor padrão: 0.0

Usar algoritmos internos 2939

https://en.wikipedia.org/wiki/Hadamard_product_(matrices)
https://en.wikipedia.org/wiki/Hadamard_product_(matrices)


Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Descrição

early_stopping_pat 
ience

O número de epochs consecutivos sem melhoria permitida 
antes que a interrupção precoce seja aplicada. A melhoria 
é definida pelo hiperparâmetro early_stopping_tol 
erance .

Opcional

Valores válidos: 1 ≤ inteiro ≤ 5

Valor padrão: 3

early_stopping_tol 
erance

A redução na função de perda que um algoritmo deve alcançar 
entre epochs consecutivos para evitar a interrupção precoce 
após o número de epochs consecutivos especificado no 
hiperparâmetro early_stopping_patience  ser concluído.

Opcional

Valores válidos: 0,000001 ≤ flutuante ≤ 0,1

Valor padrão: 0,01

enc_dim A dimensão da saída da camada de incorporação.

Opcional

Valores válidos: 4 ≤ inteiro ≤ 10000

Valor padrão: 4096
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Nome do parâmetro Descrição

enc0_network O modelo de rede para o codificador enc0.

Opcional

Valores válidos: hcnn, bilstm ou pooled_embedding

• hcnn: uma rede neural convolucional hierárquica.

• bilstm: Uma rede biLSTM (memória de curto prazo longa 
bidirecional), na qual o sinal se propaga para trás e para 
frente no tempo. Esta é uma arquitetura de rede neural 
recorrente (RNN) apropriada para tarefas de aprendizagem 
sequenciais.

• pooled_embedding : Calcula a média da incorporações de 
todos os tokens na entrada.

Valor padrão: hcnn

enc0_cnn_filter_wi 
dth

A largura do filtro do codificador enc0 rede neural convolucional 
(CNN).

Condicional

Valores válidos: 1 ≤ inteiro ≤ 9

Valor padrão: 3

enc0_freeze_pretra 
ined_embedding

Se os pesos de incorporações pré-treinadas de enc0 devem ou 
não ser congelados.

Condicional

Valores válidos: True ou False

Valor padrão: True
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Nome do parâmetro Descrição

enc0_layers O número de camadas no codificador enc0.

Condicional

Valores válidos: auto ou 1 ≤ inteiro ≤ 4

• Para hcnn, auto significa 4.

• Para bilstm, auto 1.

• Para pooled_embedding , auto ignora o número de 
camadas.

Valor padrão: auto

enc0_pretrained_em 
bedding_file

O nome do arquivo de incorporação de token enc0 pré-treinado 
no canal de dados auxiliar.

Condicional

Valores válidos: string com caracteres alfanuméricos, sublinhad 
o ou ponto final. [A-Za-z0-9\.\_]

Valor padrão: "" (string vazia)

enc0_token_embeddi 
ng_dim

A dimensão de saída da camada de incorporação de token 
enc0.

Condicional

Valores válidos: 2 ≤ inteiro ≤ 1000

Valor padrão: 300
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Nome do parâmetro Descrição

enc0_vocab_file O arquivo de vocabulário para mapear vetores de incorporação 
de token encRO pré-roteados para IDs de vocabulário numérico.

Condicional

Valores válidos: string com caracteres alfanuméricos, sublinhad 
o ou ponto final. [A-Za-z0-9\.\_]

Valor padrão: "" (string vazia)
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Nome do parâmetro Descrição

enc1_network O modelo de rede do codificador enc1. Se você quiser que o 
codificador enc1 use o mesmo modelo de rede que o enc0, 
incluindo os valores do hiperparâmetro, defina o valor como
enc0.

Note

Mesmo quando as redes dos codificadores enc0 e 
enc1 tiverem arquiteturas simétricas, você não poderá 
compartilhar valores de parâmetros para essas redes.

Opcional

Valores válidos: enc0, hcnn, bilstm ou pooled_embedding

• enc0: O modelo de rede para o codificador enc0.

• hcnn: uma rede neural convolucional hierárquica.

• bilstm: Um LSTM bidirecional, em que o sinal se propaga 
para trás e para frente no tempo. Esta é uma arquitetura de 
rede neural recorrente (RNN) apropriada para tarefas de 
aprendizagem sequenciais.

• pooled_embedding : A média dos encaixes de todos os 
tokens na entrada.

Valor padrão: enc0

enc1_cnn_filter_wi 
dth

A largura do filtro do codificador enc1 da CNN.

Condicional

Valores válidos: 1 ≤ inteiro ≤ 9

Valor padrão: 3
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Nome do parâmetro Descrição

enc1_freeze_pretra 
ined_embedding

Se os pesos de incorporações pré-treinadas de enc1 devem ou 
não ser congelados.

Condicional

Valores válidos: True ou False

Valor padrão: True

enc1_layers O número de camadas no codificador enc1.

Condicional

Valores válidos: auto ou 1 ≤ inteiro ≤ 4

• Para hcnn, auto significa 4.

• Para bilstm, auto 1.

• Para pooled_embedding , auto ignora o número de 
camadas.

Valor padrão: auto

enc1_max_seq_len O tamanho máximo da sequência do codificador enc1.

Condicional

Valores válidos: 1 ≤ inteiro ≤ 5000

enc1_pretrained_em 
bedding_file

O nome de incorporação de token enc1 pré-treinado no canal de 
dados auxiliar.

Condicional

Valores válidos: string com caracteres alfanuméricos, sublinhad 
o ou ponto final. [A-Za-z0-9\.\_]

Valor padrão: "" (string vazia)
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Nome do parâmetro Descrição

enc1_token_embeddi 
ng_dim

A dimensão de saída da camada de incorporação de token 
enc1.

Condicional

Valores válidos: 2 ≤ inteiro ≤ 1000

Valor padrão: 300

enc1_vocab_file O arquivo de vocabulário para o mapeamento de incorporações 
de tokens enc1 pré-treinados para IDs de vocabulário.

Condicional

Valores válidos: string com caracteres alfanuméricos, sublinhad 
o ou ponto final. [A-Za-z0-9\.\_]

Valor padrão: "" (string vazia)

enc1_vocab_size O tamanho do vocabulário de tokens enc0.

Condicional

Valores válidos: 2 ≤ inteiro ≤ 3000000

epochs O número de epochs a serem executados para treinamento.

Opcional

Valores válidos: 1 ≤ inteiro ≤ 100

Valor padrão: 30

learning_rate A taxa de aprendizagem para treinamento.

Opcional

Valores válidos: 1,0E-6 ≤ flutuante ≤ 1,0

Valor padrão: 0,0004
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Nome do parâmetro Descrição

mini_batch_size O tamanho do lote em que o conjunto de dados é dividido em 
um optimizer  durante o treinamento.

Opcional

Valores válidos: 1 ≤ inteiro ≤ 10000

Valor padrão: 32

mlp_activation O tipo de função de ativação para a camada MLP (multilayer 
perceptron).

Opcional

Valores válidos: tanh, relu ou linear

• tanh: Tangente hiperbólica

• relu: Unidade linear retificada (ReLU)

• linear: Função linear

Valor padrão: linear

mlp_dim A dimensão da saída das camadas MLP.

Opcional

Valores válidos: 2 ≤ inteiro ≤ 10000

Valor padrão: 512

mlp_layers O número de camadas MLP na rede.

Opcional

Valores válidos: 0 ≤ inteiro ≤ 10

Valor padrão: 2
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Nome do parâmetro Descrição

negative_sampling_ 
rate

O coeficiente de amostras negativas, gerada para auxiliar no 
treinamento do algoritmo, para amostras positivas fornecidas 
pelos usuários. Amostras negativas representam dados que são 
improváveis de ocorrer na realidade e são rotulados negativam 
ente para treinamento. Eles facilitam o treinamento de um 
modelo para diferenciar as amostras positivas observadas das 
amostras negativas que não são. Para especificar a proporção 
de amostras negativas para amostras positivas usadas para 
treinamento, defina o valor como um inteiro positivo. Por 
exemplo, se você treinar o algoritmo em dados de entrada 
nos quais todas as amostras são positivas e configuradas
negative_sampling_rate  como 2, o algoritmo Object2Ve 
c gera internamente duas amostras negativas por amostra 
positiva. Se você não quiser gerar ou usar amostras negativas 
durante o treinamento, defina o valor como 0.

Opcional

Valores válidos: 0 ≤ inteiro

Valor padrão: 0 (desativado)

num_classes O número de classes para treinamento de classificação. 
O Amazon SageMaker ignora esse hiperparâmetro para 
problemas de regressão.

Opcional

Valores válidos: 2 ≤ inteiro ≤ 30

Valor padrão: 2
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Nome do parâmetro Descrição

optimizer O tipo de otimizador.

Opcional

Valores válidos: adadelta, adagrad, adam, sgd ou rmsprop.

• adadelta: Um método de taxa de aprendizagem por 
dimensão para descida de gradiente

• adagrad: O algoritmo de gradiente adaptativo

• adam: O algoritmo de estimativa de momento adaptativo

• sgd: Descida de gradiente estocástica

• rmsprop: Propagação da raiz média quadrática

Valor padrão: adam

output_layer O tipo de camada de saída em que você especifica que a tarefa 
é regressão ou classificação.

Opcional

Valores válidos: softmax ou mean_squared_error

• softmax: A função Softmax usada para a classificação.

• mean_squared_error : O MSE usado para regressão.

Valor padrão: softmax
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Nome do parâmetro Descrição

tied_token_embeddi 
ng_weight

Se deve usar uma camada de incorporação compartilhada 
para os dois codificadores. Se as entradas dos dois codificad 
ores usarem as mesmas unidades de nível de token, use uma 
camada de incorporação de token compartilhado. Por exemplo, 
para um conjunto de documentos, se um codificador codifica 
frases e outro codifica documentos inteiros, você pode usar uma 
camada de incorporação de token compartilhado. Isso porque 
ambas as sentenças e documentos são compostos de tokens 
de palavras do mesmo vocabulário.

Opcional

Valores válidos: True ou False

Valor padrão: False
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Nome do parâmetro Descrição

token_embedding_st 
orage_type

O modo de atualização de gradiente usado durante o treinamen 
to: quando o modo dense é usado, o otimizador calcula a matriz 
de gradiente completa para a camada de incorporação de token, 
mesmo que a maioria das linhas do gradiente seja de valor zero. 
Quando o modo sparse é usado, o otimizador só armazena 
linhas do gradiente que estão sendo usadas no mini-lote. Se 
você quiser que o algoritmo realize atualizações de gradiente 
lento, que calculam os gradientes apenas nas linhas diferentes 
de zero e que aceleram o treinamento, especifique row_spars 
e . Definindo o valor como row_sparse  para restringir os 
valores disponíveis para outros hiperparâmetros, da seguinte 
maneira:

• O hiperparâmetro optimizer  deve ser definido como adam,
adagrad, ou sgd. Caso contrário, o algoritmo lançará um
CustomerValueError .

• O algoritmo desativará automaticamente buckets de
bucket_width , configurando o hiperparâmetro como 0.

Opcional

Valores válidos: dense ou row_sparse

Valor padrão: dense

weight_decay O parâmetro de degradação de peso usado para otimização.

Opcional

Valores válidos: 0 ≤ flutuante ≤ 10000

Valor padrão: 0 (sem degradação)
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Ajustar um modelo Object2Vec

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Para a métrica objetiva, você usa uma das métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo Object2Vec

O algoritmo Object2Vec possui métricas de classificação e regressão. O tipo de output_layer
determina qual métrica você pode usar para ajuste modelo automático.

Métricas de regressor calculadas pelo algoritmo Object2Vec

O algoritmo relata uma métrica de regressor de erro quadrático médio, que é calculada durante o 
teste e a validação. Ao ajustar o modelo para tarefas de regressão, escolha essa métrica como a 
métrica objetiva.

Nome da métrica Descrição Direção de otimização

test:mean 
_squared_error

O erro quadrático médio Minimizar

validatio 
n:mean_sq 
uared_error

O erro quadrático médio Minimizar

Métricas de classificação calculadas pelo algoritmo Object2Vec

O algoritmo Object2Vec relata métricas de classificação de precisão e entropia cruzada, que são 
calculadas durante o teste e a validação. Ao ajustar o modelo para tarefas de classificação, escolha 
uma delas como o objetivo.
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Nome da métrica Descrição Direção de otimização

test:accuracy Precisão Maximizar

test:cros 
s_entropy

Entropia cruzada Minimizar

validatio 
n:accuracy

Precisão Maximizar

validatio 
n:cross_e 
ntropy

Entropia cruzada Minimizar

Hiperparâmetros ajustáveis de Object2Vec

Você pode ajustar os seguintes hiperparâmetros para o algoritmo Object2Vec.

Nome do 
hiperparâmetro

Tipo de hiperparâmetro Intervalo 
s e valores 
recomendados

dropout ContinuousParameterRange MinValue: 0.0, 
MaxValue: 1.0

early_sto 
pping_pat 
ience

IntegerParameterRange MinValue: 1, 
MaxValue: 5

early_sto 
pping_tol 
erance

ContinuousParameterRange MinValue: 0.001, 
MaxValue: 0.1

enc_dim IntegerParameterRange MinValue: 4, 
MaxValue: 4096
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Nome do 
hiperparâmetro

Tipo de hiperparâmetro Intervalo 
s e valores 
recomendados

enc0_cnn_ 
filter_wi 
dth

IntegerParameterRange MinValue: 1, 
MaxValue: 5

enc0_layers IntegerParameterRange MinValue: 1, 
MaxValue: 4

enc0_toke 
n_embeddi 
ng_dim

IntegerParameterRange MinValue: 5, 
MaxValue: 300

enc1_cnn_ 
filter_wi 
dth

IntegerParameterRange MinValue: 1, 
MaxValue: 5

enc1_layers IntegerParameterRange MinValue: 1, 
MaxValue: 4

enc1_toke 
n_embeddi 
ng_dim

IntegerParameterRange MinValue: 5, 
MaxValue: 300

epochs IntegerParameterRange MinValue: 4, 
MaxValue: 20

learning_ 
rate

ContinuousParameterRange MinValue: 1e-6, 
MaxValue: 1.0

mini_batc 
h_size

IntegerParameterRange MinValue: 1, 
MaxValue: 8192

mlp_activ 
ation

CategoricalParameterRanges [tanh, relu,
linear]
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Nome do 
hiperparâmetro

Tipo de hiperparâmetro Intervalo 
s e valores 
recomendados

mlp_dim IntegerParameterRange MinValue: 16, 
MaxValue: 1024

mlp_layers IntegerParameterRange MinValue: 1, 
MaxValue: 4

optimizer CategoricalParameterRanges [adagrad, adam,
rmsprop, sgd,
adadelta]

weight_decay ContinuousParameterRange MinValue: 0.0, 
MaxValue: 1.0

Formatos de dados para treinamento em Object2Vec

Entrada: formato de solicitação de Linhas JSON

Content-type: application/jsonlines

{"label": 0, "in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 
 15, 69, 821, 4], "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]}
{"label": 1, "in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 
 107, 4], "in1": [22, 32, 13, 25, 1016, 573, 3252, 4]}
{"label": 1, "in0": [774, 14, 21, 206], "in1": [21, 366, 125]}

"in0" e "in1" são as entradas para encoder0 e encoder1, respectivamente. O mesmo formato é válido 
para problemas de classificação e regressão. Para regressão, o campo "label" pode aceitar 
entradas com valor real.

Formatos de dados para inferência em Object2Vec

Otimização de GPU: classificação ou regressão

Devido à falta de memória de GPU, a variável de ambiente INFERENCE_PREFERRED_MODE pode ser 
especificada para otimização se a classificação/regressão ou a rede de inferência the section called 
“Saída: incorporações de codificador” for carregada na GPU. Se a maior parte da inferência for para 
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classificação ou regressão, especifique INFERENCE_PREFERRED_MODE=classification. Veja a 
seguir um exemplo de transformação em lotes usando 4 instâncias de p3.2xlarge que otimiza para 
inferência de classificação/regressão:

transformer = o2v.transformer(instance_count=4, 
                              instance_type="ml.p2.xlarge", 
                              max_concurrent_transforms=2, 
                              max_payload=1,  # 1MB 
                              strategy='MultiRecord', 
                              env={'INFERENCE_PREFERRED_MODE': 'classification'},  # 
 only useful with GPU 
                              output_path=output_s3_path)

Entrada: formato da solicitação de classificação ou regressão

Content-type: application/json

{ 
  "instances" : [ 
    {"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 
 821, 4], "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]}, 
    {"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 
 4], "in1": [22, 32, 13, 25, 1016, 573, 3252, 4]}, 
    {"in0": [774, 14, 21, 206], "in1": [21, 366, 125]} 
  ]
}

Content-type: application/jsonlines

{"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 821, 
 4], "in1": [16, 21, 13, 45, 14, 9, 80, 59, 164, 4]}
{"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 4], 
 "in1": [22, 32, 13, 25, 1016, 573, 3252, 4]}
{"in0": [774, 14, 21, 206], "in1": [21, 366, 125]}

Para problemas de classificação, o comprimento do vetor de pontuações corresponde a
num_classes. Para problemas de regressão, o comprimento é 1.

Saída: Formato de resposta de Classificação ou Regressão

ACCEPT: application/json.
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{ 
    "predictions": [ 
        { 
            "scores": [ 
                0.6533935070037842, 
                0.07582679390907288, 
                0.2707797586917877 
            ] 
        }, 
        { 
            "scores": [ 
                0.026291321963071823, 
                0.6577019095420837, 
                0.31600672006607056 
            ] 
        } 
    ]
}

ACCEPT: application/jsonlines.

{"scores":[0.195667684078216,0.395351558923721,0.408980727195739]}
{"scores":[0.251988261938095,0.258233487606048,0.489778339862823]}
{"scores":[0.280087798833847,0.368331134319305,0.351581096649169]}

Nos formatos de classificação e regressão, as pontuações se aplicam a rótulos individuais.

Incorporações de codificadores para Object2Vec

Otimização de GPU: incorporações de codificador

Uma incorporação é um mapeamento de objetos discretos, como palavras, para vetores de números 
reais.

Devido à falta de memória de GPU, a variável de ambiente INFERENCE_PREFERRED_MODE
pode ser especificada para otimização se the section called “Formatos de inferência: Definição 
de pontuação” ou a rede de inferência de incorporação de codificador for carregada na 
GPU. Se a maior parte da inferência for para incorporações de codificador, especifique
INFERENCE_PREFERRED_MODE=embedding. Veja a seguir um exemplo de transformação em lotes 
usando 4 instâncias de p3.2xlarge que otimiza para inferência de incorporação de codificador:

transformer = o2v.transformer(instance_count=4, 
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                              instance_type="ml.p2.xlarge", 
                              max_concurrent_transforms=2, 
                              max_payload=1,  # 1MB 
                              strategy='MultiRecord', 
                              env={'INFERENCE_PREFERRED_MODE': 'embedding'},  # only 
 useful with GPU 
                              output_path=output_s3_path)

Entrada: incorporações de codificador

Content-type: application/json; infer_max_seqlens=<FWD-LENGTH>,<BCK-LENGTH>

Em que <FWD-LENGTH> e <BCK-LENGTH> são inteiros no intervalo [1,5000] e definem os 
comprimentos máximos de sequência para o codificador para a frente e para trás.

{ 
  "instances" : [ 
    {"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 
 821, 4]}, 
    {"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 
 4]}, 
    {"in0": [774, 14, 21, 206]} 
  ]
}

Content-type: application/jsonlines; infer_max_seqlens=<FWD-LENGTH>,<BCK-LENGTH>

Em que <FWD-LENGTH> e <BCK-LENGTH> são inteiros no intervalo [1,5000] e definem os 
comprimentos máximos de sequência para o codificador para a frente e para trás.

{"in0": [6, 17, 606, 19, 53, 67, 52, 12, 5, 10, 15, 10178, 7, 33, 652, 80, 15, 69, 821, 
 4]}
{"in0": [22, 1016, 32, 13, 25, 11, 5, 64, 573, 45, 5, 80, 15, 67, 21, 7, 9, 107, 4]}
{"in0": [774, 14, 21, 206]}

Em ambos os formatos, você especifica apenas um tipo de entrada, ou “in0” ou “in1.”. O serviço 
de inferência chama o codificador correspondente e gera as incorporações para cada uma das 
instâncias.

Saída: incorporações de codificador

Content-type: application/json
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{ 
  "predictions": [ 
    {"embeddings":
[0.057368703186511,0.030703511089086,0.099890425801277,0.063688032329082,0.026327300816774,0.003637571120634,0.021305780857801,0.004316598642617,0.0,0.003397724591195,0.0,0.000378780066967,0.0,0.0,0.0,0.007419463712722]}, 
    {"embeddings":
[0.150190666317939,0.05145975202322,0.098204270005226,0.064249359071254,0.056249320507049,0.01513972133398,0.047553978860378,0.0,0.0,0.011533712036907,0.011472506448626,0.010696629062294,0.0,0.0,0.0,0.008508535102009]} 
  ]
}

Content-type: application/jsonlines

{"embeddings":
[0.057368703186511,0.030703511089086,0.099890425801277,0.063688032329082,0.026327300816774,0.003637571120634,0.021305780857801,0.004316598642617,0.0,0.003397724591195,0.0,0.000378780066967,0.0,0.0,0.0,0.007419463712722]}
{"embeddings":
[0.150190666317939,0.05145975202322,0.098204270005226,0.064249359071254,0.056249320507049,0.01513972133398,0.047553978860378,0.0,0.0,0.011533712036907,0.011472506448626,0.010696629062294,0.0,0.0,0.0,0.008508535102009]}

O comprimento de vetor das incorporações geradas pelo serviço de inferência é igual ao 
valor de um dos hiperparâmetros a seguir, que você especifica na ocasião do treinamento:
enc0_token_embedding_dim, enc1_token_embedding_dim ou enc_dim.

Algoritmo Sequence-to-Sequence

O algoritmo seq2seq (Sequence to Sequence) do Amazon SageMaker é um algoritmo de 
aprendizado supervisionado em que a entrada é uma sequência de tokens (por exemplo, texto, 
áudio) e a saída gerada é outra sequência de tokens. Os aplicativos de exemplo incluem: tradução 
de máquina (entrada de uma frase em um idioma e previsão de como ela seria em outro idioma), 
resumo de texto (entrada de uma string de palavras longa e previsão de um string mais curta, 
como resumo), fala para texto (clipes de áudio convertidos em frases, em tokens). Recentemente, 
problemas nesse domínio foram modelados com êxito com redes neurais profundas, que mostram 
um aumento significativo da performance sobre as metodologias anteriores. O seq2seq do Amazon 
SageMaker usa modelos de redes neurais recorrentes (RNNs) e rede neural convolucional (CNN) 
cujas arquiteturas de codificador e decodificador são de mecanismo de atenção.

Tópicos

• Interface de entrada/saída para o algoritmo seq2seq

• Recomendação de instâncias do EC2 para o algoritmo seq2seq

• Bloco de anotações de amostra para o seq2seq

• Como funciona o seq2seq
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• Hiperparâmetros Seq2Seq

• Ajustar um modelo seq2seq

Interface de entrada/saída para o algoritmo seq2seq

Treinamento

O seq2seq do SageMaker espera dados no formato RecordIO-Protobuf. No entanto, os tokens são 
esperados como números inteiros, e não como pontos flutuantes, como é geralmente o caso.

Um script para converter dados de arquivos de texto indexados para o formato protobuf acompanha 
o bloco de anotações de exemplo do seq2seq. Em geral, ele empacota os dados em tensores 
de inteiros de 32 bits e gera os arquivos de vocabulário necessários para cálculo de métrica e 
inferência.

Após o pré-processamento, o algoritmo pode ser chamado para treinamento. O algoritmo espera três 
canais:

• train: deve conter os dados de treinamento (por exemplo, o arquivo train.rec gerado pelo 
script de pré-processamento).

• validation: deve conter os dados de validação (por exemplo, o arquivo val.rec gerado pelo 
script de pré-processamento).

• vocab: deve conter os dois arquivos de vocabulário (vocab.src.json e vocab.trg.json)

Se o algoritmo não encontrar dados em nenhum desses três canais, o treinamento resultará em um 
erro.

Inferência

Para endpoints hospedados, a inferência oferece suporte para dois formatos de dados. Para 
executar inferência usando tokens de texto separados por espaço, use o formato application/
json. Caso contrário, use o formato recordio-protobuf para trabalhar com os dados codificados 
por inteiros. Os dois modos são oferecem suporte ao agrupamento de dados de entrada em lotes. O 
formato application/json também permite que você visualize a matriz de atenção.

• application/json: espera a entrada no formato JSON e retorna a saída no mesmo formato. 
Os dois cabeçalhos Accept e Content-Type devem ser application/json. Cada sequência 
deve ser uma string com tokens separados por espaço em branco. Esse formato é recomendado 
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quando o número de sequências de origem no lote é pequeno. Também é compatível com as 
seguintes opções de configuração adicionais:

configuration: {attention_matrix: true}: retorna a matriz de atenção para a sequência de 
entrada específica.

• application/x-recordio-protobuf: espera a entrada no formato recordio-protobuf
e retorna a saída no formato recordio-protobuf format. Os dois cabeçalhos Accept e 
Content-Type devem ser applications/x-recordio-protobuf. Para esse formato, as 
sequências de origem devem ser convertidas em uma lista de inteiros para codificação protobuf 
subsequente. Esse formato é recomendado para inferência em massa.

Para transformação em lote, a inferência oferece suporte para o formato de linhas JSON. A 
transformação em lote espera a entrada no formato JSON Lines e retorna a saída no formato de 
linhas JSON. Os dois cabeçalhos Accept e Content-Type devem ser application/jsonlines. O 
formato da entrada é o seguinte:

content-type: application/jsonlines

{"source": "source_sequence_0"}
{"source": "source_sequence_1"}

O formato da resposta é o seguinte:

accept: application/jsonlines

{"target": "predicted_sequence_0"}
{"target": "predicted_sequence_1"}

Para obter detalhes adicionais sobre como serializar e desserializar as entradas e as saídas para 
formatos específicos de inferência, consulte os Bloco de anotações de amostra para o seq2seq.

Recomendação de instâncias do EC2 para o algoritmo seq2seq

O algoritmo seq2seq do Amazon SageMaker só oferece suporte para tipos de instância de GPU e 
só pode ser treinado em uma única máquina. No entanto, você pode utilizar instâncias com várias 
GPUs. O algoritmo seq2seq oferece suporte para famílias de instâncias de GPU P2, P3, G4dn e G5.
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Bloco de anotações de amostra para o seq2seq

Para um bloco de anotações de amostra que mostra como usar o algoritmo seq2seq do SageMaker 
para treinar um modelo de tradução de inglês para alemão, consulte Exemplo de tradução 
automática de inglês para alemão usando o seq2seq do SageMaker. Para obter instruções sobre 
como criar e acessar instâncias do bloco de anotações Jupyter que você pode utilizar para executar 
o exemplo no SageMaker, consulte Instâncias do Amazon SageMaker Notebook. Depois de criar 
uma instância de bloco de anotações Jupyter e abri-la, selecione a guia Exemplos do SageMaker
para ver uma lista de todas as amostras do SageMaker. Os blocos de anotações de exemplo de 
modelagem de tópicos que usam os algoritmos NTM estão localizados na seção Introdução a 
algoritmos da Amazon. Para abrir um bloco de anotações, clique em sua guia Use (Uso) e selecione
Create copy (Criar cópia).

Como funciona o seq2seq

Normalmente, uma rede neural para modelagem de sequência a sequência consiste em algumas 
camadas, incluindo:

• Uma camada de incorporação. Nessa camada, a matriz de entrada, que é codificada por tokens de 
entrada em uma forma esparsa (por exemplo, codificação one-hot), é mapeada para uma camada 
de recurso densa. Isso é necessário porque um vetor de recurso altamente dimensional é mais 
capaz de codificar informações de um determinado token (palavra para corpora de textos) do que 
um vetor simples de codificação one-hot. Também é uma prática padrão inicializar essa camada 
de incorporação com um vetor de palavra pré-treinado, como o FastText ou o Glove, ou inicializá-
la aleatoriamente e aprender os parâmetros durante o treinamento.

• Uma camada de codificador. Depois que os tokens de entrada são mapeados em um espaço 
de recurso altamente dimensional, a sequência é passada por uma camada de codificador para 
compactar todas as informações da camada de incorporação de entrada (de toda a sequência) em 
um vetor de recurso de comprimento fixo. Normalmente, um codificador é feito de redes do tipo 
RNN, como a memória de longo a curto prazo (LSTM) ou a unidade recorrente fechada (GRU). (O
blog de Christopher Olah explica a LSTM em detalhes.)

• Uma camada de decodificador. A camada de decodificador pega esse vetor de recurso codificado 
e produz a sequência de tokens de saída. Essa camada também é geralmente criada com 
arquiteturas (LSTM e GRU).
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O modelo inteiro é treinado em conjunto para maximizar a probabilidade da sequência de destino 
tendo em conta a sequência de origem. Este modelo foi introduzido pela primeira vez por Sutskever 
et al. em 2014.

Mecanismo de atenção. A desvantagem de uma estrutura de codificador e decodificador é que o 
desempenho do modelo diminui à medida que o comprimento da sequência de origem aumenta, 
devido ao limite de quantidade de informações que o vetor de recurso codificado de comprimento 
fixo pode conter. Para enfrentar esse problema, em 2015, Bahdanau et al. propuseram o mecanismo 
de atenção. Em um mecanismo de atenção, o decodificador tenta encontrar o local na sequência 
do codificador onde poderiam estar as informações mais importantes e usa essas informações e as 
palavras decodificadas anteriormente para prever o próximo token na sequência.

Para obter mais detalhes, consulte o whitepaper Effective Approaches to Attention-based Neural 
Machine Translation, de Luong, et al., que explica e simplifica cálculos para vários mecanismos de 
atenção. Além disso, o whitepaper Google's Neural Machine Translation System: Bridging the Gap 
between Human and Machine Translation, de Wu, et al., descreve a arquitetura do Google para 
tradução automática, que usa conexões de salto entre camadas de codificadores e decodificadores.

Hiperparâmetros Seq2Seq

Nome do parâmetro Descrição

batch_size Tamanho de minilote para a descida do gradiente.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 64

beam_size Comprimento do feixe de pesquisa de feixe. Usado 
durante o treinamento para calcular bleu e usado 
durante a inferência.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5
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Nome do parâmetro Descrição

bleu_sample_size Número de instâncias a escolher do conjunto de dados 
de validação para decodificar e calcular a pontuação
bleu durante o treinamento. Defina como -1 para usar o 
conjunto de validação completo (se bleu for escolhido 
como optimized_metric ).

Opcional

Valores válidos: inteiro

Valor padrão: 0

bucket_width Retorna os buckets (de origem e destino) até o 
(max_seq_len_source , max_seq_len_target

). O lado mais longo dos dados utiliza passos de
bucket_width , enquanto o mais curto utiliza passos 
reduzidos pela média da proporção de comprimento 
da origem e do destino. Se um dos lados atingir seu 
comprimento máximo antes do outro, a largura dos 
buckets adicionais do lado em questão será fixada em
max_len.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 10

bucketing_enabled Defina como false para desabilitar o armazenamento 
em buckets e desenrolar até o comprimento máximo.

Opcional

Valores válidos: true ou false

Valor padrão: true
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Nome do parâmetro Descrição

checkpoint_frequen 
cy_num_batches

Ponto de verificação e avaliação a cada x lotes. Esse 
hiperparâmetro de ponto de verificação é passado para 
o algoritmo seq2seq do SageMaker para interromp 
er antecipadamente e recuperar o melhor modelo. O 
ponto de verificação do algoritmo é executado localment 
e no contêiner de treinamento do algoritmo e não é 
compatível com o ponto de verificação do SageMaker. O 
algoritmo salva temporariamente os pontos de verificaç 
ão em um caminho local e armazena o melhor artefato 
do modelo no caminho de saída do modelo no S3 após 
a interrupção do trabalho de treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 1000
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Nome do parâmetro Descrição

checkpoint_threshold O número máximo de pontos de verificação permitido 
no modelo para que não haja aumento de optimized 
_metric  no conjunto de validação antes de o 
treinamento ser interrompido. Esse hiperparâmetro 
de ponto de verificação é passado para o algoritmo 
seq2seq do SageMaker para interromper antecipad 
amente e recuperar o melhor modelo. O ponto de 
verificação do algoritmo é executado localmente 
no contêiner de treinamento do algoritmo e não é 
compatível com o ponto de verificação do SageMaker. O 
algoritmo salva temporariamente os pontos de verificaç 
ão em um caminho local e armazena o melhor artefato 
do modelo no caminho de saída do modelo no S3 após 
a interrupção do trabalho de treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 3

clip_gradient Corta os valores de gradiente absoluto maiores que 
o especificado aqui. Defina como valor negativo para 
desativar.

Opcional

Valores válidos: flutuante

Valor padrão: 1
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Nome do parâmetro Descrição

cnn_activation_type O tipo de ativação cnn a ser usado.

Opcional

Valores válidos: string. Um destes glu, relu,
softrelu, sigmoid ou tanh.

Valor padrão: glu

cnn_hidden_dropout Probabilidade de dropout entre as camadas convoluci 
onais.

Opcional

Valores válidos: flutuante. Intervalo em [0,1].

Valor padrão: 0

cnn_kernel_width_decoder Largura do kernel para o decodificador cnn.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5

cnn_kernel_width_encoder Largura do kernel para o codificador cnn.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 3
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Nome do parâmetro Descrição

cnn_num_hidden O número de unidades cnn ocultas para o codificador e 
o decodificador.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 512

decoder_type Tipo de decodificador.

Opcional

Valores válidos: string. rnn ou cnn.

Valor padrão: rnn

embed_dropout_source Probabilidade de dropout para as incorporações na 
origem.

Opcional

Valores válidos: flutuante. Intervalo em [0,1].

Valor padrão: 0

embed_dropout_target Probabilidade de dropout para as incorporações no 
destino.

Opcional

Valores válidos: flutuante. Intervalo em [0,1].

Valor padrão: 0
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Nome do parâmetro Descrição

encoder_type Tipo de codificador. A arquitetura rnn baseia-se no 
mecanismo de atenção de Bahdanau e outros cientista 
s de dados, enquanto a arquitetura cnn, no de Gehring e 
outros cientistas.

Opcional

Valores válidos: string. rnn ou cnn.

Valor padrão: rnn

fixed_rate_lr_half_life Meia-vida da taxa de aprendizagem em termos de 
número de pontos de verificação para programadores
fixed_rate_ *.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 10

learning_rate A taxa de aprendizagem inicial.

Opcional

Valores válidos: flutuante

Valor padrão: 0.0003

loss_type Função de perda para treinamento.

Opcional

Valores válidos: string. cross-entropy

Valor padrão: cross-entropy
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Nome do parâmetro Descrição

lr_scheduler_type Tipo de agendador de taxa de aprendizagem.
plateau_reduce  significa reduzir a taxa de 
aprendizagem sempre que optimized_metric  em
validation_accuracy  atingir um platô. inv_t é 
a degradação de tempo inversa. learning_rate /
(1+decay_rate *t)

Opcional

Valores válidos: string. plateau_reduce ,
fixed_rate_inv_t  ou fixed_rate_inv_sqr 
t_t .

Valor padrão: plateau_reduce

max_num_batches Número máximo de atualizações/lotes a serem 
processados. -1 para infinito.

Opcional

Valores válidos: inteiro

Valor padrão: -1

max_num_epochs O número máximo de epochs a passar pelos dados 
de treinamento antes que o ajuste seja interrompido. 
O treinamento continua até atingir esse número de 
epochs, mesmo se a precisão da validação não estiver 
melhorando com esse parâmetro passado. Ignorado se 
não for passado.

Opcional

Valores válidos: número inteiro positivo e menor que ou 
igual a max_num_epochs.

Valor padrão: nenhum
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Nome do parâmetro Descrição

max_seq_len_source Comprimento máximo da sequência de origem. 
Sequências maiores do que o estabelecido são 
truncadas para atender a esse comprimento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 100

max_seq_len_target Comprimento máximo da sequência de destino. 
Sequências maiores do que o estabelecido são 
truncadas para atender a esse comprimento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 100

min_num_epochs Número mínimo de epochs que o treinamento deve 
executar antes de ser interrompido por condições
early_stopping .

Opcional

Valores válidos: inteiro positivo

Valor padrão: 0

momentum Constante de dinâmica usada para sgd. Não passe 
esse parâmetro se estiver usando adam ou rmsprop.

Opcional

Valores válidos: flutuante

Valor padrão: nenhum
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Nome do parâmetro Descrição

num_embed_source Tamanho da incorporação para tokens de origem.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 512

num_embed_target Tamanho da incorporação para tokens de destino.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 512

num_layers_decoder Número de camadas do decodificador rnn ou cnn.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 1

num_layers_encoder Número de camadas para o codificador rnn ou cnn.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 1

optimized_metric Métricas a otimizar com a interrupção precoce.

Opcional

Valores válidos: string. perplexity , accuracy ou
bleu.

Valor padrão: perplexity
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Nome do parâmetro Descrição

optimizer_type Otimizador a ser escolhido.

Opcional

Valores válidos: string. adam, sgd ou rmsprop.

Valor padrão: adam

plateau_reduce_lr_factor Fator de multiplicação da taxa de aprendizagem (para
plateau_reduce ).

Opcional

Valores válidos: flutuante

Valor padrão: 0.5

plateau_reduce_lr_ 
threshold

Para o programador plateau_reduce , multipliq 
ue a taxa de aprendizagem com fator de redução 
se optimized_metric  não melhorar para essa 
quantidade de pontos de verificação.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 3

rnn_attention_in_u 
pper_layers

Passa a atenção para as camadas superiores da rnn, 
como no whitepaper sobre NMT do Google. Aplicável 
somente no uso de mais de uma camada.

Opcional

Valores válidos: booliano (true ou false)

Valor padrão: true
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Nome do parâmetro Descrição

rnn_attention_num_hidden Número de unidades ocultas para camadas de atenção. 
O padrão é rnn_num_hidden .

Opcional

Valores válidos: inteiro positivo

Valor padrão: rnn_num_hidden

rnn_attention_type Modelo de atenção para codificadores. mlp refere-se 
a concat e bilinear refere-se ao geral de Luong et al. 
paper.

Opcional

Valores válidos: string. Um destes: dot, fixed, mlp ou
bilinear.

Valor padrão: mlp

rnn_cell_type Tipo específico de arquitetura rnn.

Opcional

Valores válidos: string. lstm ou gru.

Valor padrão: lstm

rnn_decoder_state_init Como os estados do decodificador rnn devem ser 
inicializados nos codificadores.

Opcional

Valores válidos: string. last, avg ou zero.

Valor padrão: last
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Nome do parâmetro Descrição

rnn_first_residual_layer A primeira camada rnn a ter uma conexão residual; 
aplicável apenas se o número de camadas no codificad 
or ou decodificador for maior que 1.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 2

rnn_num_hidden O número de unidades rnn ocultas para o codificador 
e o decodificador. O valor deve ser um múltiplo de 2 
porque o algoritmo usa LSTM (Bi-directional Long Term 
Short Term Memory) por padrão.

Opcional

Valores válidos: número inteiro positivo par

Valor padrão: 1024

rnn_residual_connections Conexão residual a ser adicionada à rnn empilhada. O 
número de camadas deve ser maior que 1.

Opcional

Valores válidos: booliano (true ou false)

Valor padrão: false

rnn_decoder_hidden_dropout Probabilidade de abandono para estado oculto que 
combina o contexto com o estado oculto da rnn no 
decodificador.

Opcional

Valores válidos: flutuante. Intervalo em [0,1].

Valor padrão: 0
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Nome do parâmetro Descrição

training_metric Métricas a acompanhar no treinamento de dados de 
validação.

Opcional

Valores válidos: string. perplexity  ou accuracy.

Valor padrão: perplexity

weight_decay Constante da degradação de peso

Opcional

Valores válidos: flutuante

Valor padrão: 0

weight_init_scale Escala da inicialização de peso (para as inicializações
uniform e xavier).

Opcional

Valores válidos: flutuante

Valor padrão: 2.34

weight_init_type Tipo de inicialização de peso.

Opcional

Valores válidos: string. uniform ou xavier.

Valor padrão: xavier
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Nome do parâmetro Descrição

xavier_factor_type Tipo de fator Xavier.

Opcional

Valores válidos: string. in, out ou avg.

Valor padrão: in

Ajustar um modelo seq2seq

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo seq2seq

O algoritmo Seq2Seq relata três métricas que são calculadas durante o treinamento. Escolha um 
deles como um objetivo para otimizar ao ajustar os valores dos hiperparâmetros.

Nome da métrica Descrição Direção de otimização

validatio 
n:accuracy

Precisão calculada no conjunto de dados de 
validação.

Maximizar

validation:bleu Pontuação Bleu calculada no conjunto de 
dados de validação. Como o cálculo de BLEU 
é caro, você pode optar por calcular o BLEU 
em uma subamostra aleatória do conjunto de 
dados de validação para acelerar o processo 
geral de treinamento. Use o parâmetro

Maximizar
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Nome da métrica Descrição Direção de otimização

bleu_sample_size  para especificar a 
subamostra.

validatio 
n:perplexity

Perplexidade, é uma função de perda calculada 
no conjunto de dados de validação. A perplexid 
ade mede a entropia cruzada entre uma 
amostra empírica e a distribuição prevista por 
um modelo e, assim, fornece uma medida de 
quão bem um modelo prediz os valores da 
amostra. Modelos que são bons em predizer 
uma amostra têm baixa perplexidade.

Minimizar

Hiperparâmetros Seq2Seq ajustáveis

É possível ajustar os hiperparâmetros a seguir para o algoritmo seq2seq do SageMaker. Os 
hiperparâmetros que têm o maior impacto nas métricas objetivas de Seq2Seq são: batch_size,
optimizer_type, learning_rate, num_layers_encoder e num_layers_decoder.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

num_layer 
s_encoder

IntegerParameterRange [1-10]

num_layer 
s_decoder

IntegerParameterRange [1-10]

batch_size CategoricalParameterRange [16,32,64,128,256, 
512,1024,2048]

optimizer_type CategoricalParameterRange ['adam', 'sgd', 
'rmsprop']

weight_in 
it_type

CategoricalParameterRange ['xavier', 'uniform']
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

weight_in 
it_scale

ContinuousParameterRange Para o tipo xavier: 
MinValue: 2.0, 
MaxValue: 3.0 
Para o tipo uniform: 
MinValue: -1.0, 
MaxValue: 1.0

learning_rate ContinuousParameterRange MinValue: 0.00005, 
MaxValue: 0.2

weight_decay ContinuousParameterRange MinValue: 0.0, 
MaxValue: 0.1

momentum ContinuousParameterRange MinValue: 0.5, 
MaxValue: 0.9

clip_gradient ContinuousParameterRange MinValue: 1.0, 
MaxValue: 5.0

rnn_num_hidden CategoricalParameterRange Aplicável apenas 
a redes neurais 
recorrentes (RNNs). 
[128,256,512,1024, 
2048]

cnn_num_hidden CategoricalParameterRange Aplicável apenas 
a redes neurais 
convolucionais 
(CNNs). [128,256, 
512,1024,2048]

num_embed 
_source

IntegerParameterRange [256-512]
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

num_embed 
_target

IntegerParameterRange [256-512]

embed_dro 
pout_source

ContinuousParameterRange MinValue: 0.0, 
MaxValue: 0.5

embed_dro 
pout_target

ContinuousParameterRange MinValue: 0.0, 
MaxValue: 0.5

rnn_decod 
er_hidden 
_dropout

ContinuousParameterRange MinValue: 0.0, 
MaxValue: 0.5

cnn_hidde 
n_dropout

ContinuousParameterRange MinValue: 0.0, 
MaxValue: 0.5

lr_schedu 
ler_type

CategoricalParameterRange ['plateau_reduce', 
'fixed_rate_inv_t', 
'fixed_rate_inv_sqrt_t']

plateau_r 
educe_lr_ 
factor

ContinuousParameterRange MinValue: 0.1, 
MaxValue: 0.5

plateau_r 
educe_lr_ 
threshold

IntegerParameterRange [1-5]

fixed_rat 
e_lr_half_life

IntegerParameterRange [10-30]

Classificação de texto - TensorFlow

O algoritmo Amazon SageMaker Text Classification - é um TensorFlow algoritmo de aprendizado 
supervisionado que oferece suporte ao aprendizado por transferência com muitos modelos pré-
treinados do TensorFlow Hub. Use o aprendizado por transferência para ajustar um dos modelos 
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pré-treinados disponíveis em seu próprio conjunto de dados, mesmo que uma grande quantidade de 
dados de texto não esteja disponível. O algoritmo de classificação de texto usa uma string de texto 
como de entrada e saída como uma probabilidade para cada um dos rótulos de classe. Os conjuntos 
de dados de treinamento devem estar no formato CSV.

Tópicos

• Como usar o TensorFlow algoritmo de Classificação de SageMaker Texto

• Interface de entrada e saída para o TensorFlow algoritmo de classificação de texto

• Recomendação de instância do Amazon EC2 para o algoritmo de classificação de texto 
TensorFlow

• Classificação de texto - TensorFlow exemplos de cadernos

• Como TensorFlow funciona a classificação de texto

• TensorFlow Modelos de hub

• Classificação de texto - TensorFlow Hiperparâmetros

• Ajustar uma classificação de texto - TensorFlow modelo

Como usar o TensorFlow algoritmo de Classificação de SageMaker Texto

Você pode usar a Classificação de Texto - TensorFlow como um algoritmo SageMaker integrado da 
Amazon. A seção a seguir descreve como usar a Classificação de Texto TensorFlow com o SDK do 
SageMaker Python. Para obter informações sobre como usar a classificação de texto na interface 
TensorFlow do usuário do Amazon SageMaker Studio Classic, consulteSageMaker JumpStart.

O TensorFlow algoritmo de Classificação de Texto suporta o aprendizado por transferência 
usando qualquer um dos TensorFlow modelos pré-treinados compatíveis. Para obter uma lista 
de todos os modelos pré-treinados disponíveis, consulte TensorFlow Modelos de hub. Cada 
modelo pré-treinado tem um model_id exclusivo. O exemplo a seguir usa BERT Base Uncased 
(model_id:tensorflow-tc-bert-en-uncased-L-12-H-768-A-12-2) para ajustar um 
conjunto de dados personalizado. Os modelos pré-treinados são todos pré-baixados do TensorFlow 
Hub e armazenados em buckets do Amazon S3 para que os trabalhos de treinamento possam ser 
executados isoladamente na rede. Use esses artefatos de treinamento de modelo pré-gerados para 
construir um SageMaker Estimador.

Primeiro, recupere o URI da imagem do Docker, o URI do script de treinamento e o URI do 
modelo pré-treinado. Em seguida, altere os hiperparâmetros conforme desejar. Você pode 
ver um dicionário Python de todos os hiperparâmetros disponíveis e seus valores padrão com
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hyperparameters.retrieve_default. Para ter mais informações, consulte Classificação de 
texto - TensorFlow Hiperparâmetros. Use esses valores para construir um SageMaker estimador.

Note

Os valores padrão dos hiperparâmetros são diferentes para modelos diferentes. Por 
exemplo, para modelos maiores, o tamanho padrão do lote é menor.

Este exemplo usa o conjunto de dados SST2, que contém resenhas de filmes positivas e negativas. 
Nós pré-baixamos o conjunto de dados e o disponibilizamos com o Amazon S3. Para ajustar seu 
modelo, chame .fit usando a localização do Amazon S3 do seu conjunto de dados de treinamento. 
Qualquer bucket do S3 usado em um caderno deve estar na mesma região AWS da instância de 
cadernos que o acessa.

from sagemaker import image_uris, model_uris, script_uris, hyperparameters
from sagemaker.estimator import Estimator

model_id, model_version = "tensorflow-tc-bert-en-uncased-L-12-H-768-A-12-2", "*"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the Docker image
train_image_uri = 
 image_uris.retrieve(model_id=model_id,model_version=model_version,image_scope="training",instance_type=training_instance_type,region=None,framework=None)

# Retrieve the training script
train_source_uri = script_uris.retrieve(model_id=model_id, model_version=model_version, 
 script_scope="training")

# Retrieve the pretrained model tarball for transfer learning
train_model_uri = model_uris.retrieve(model_id=model_id, model_version=model_version, 
 model_scope="training")

# Retrieve the default hyperparameters for fine-tuning the model
hyperparameters = hyperparameters.retrieve_default(model_id=model_id, 
 model_version=model_version)

# [Optional] Override default hyperparameters with custom values
hyperparameters["epochs"] = "5"

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
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training_data_prefix = "training-datasets/SST2/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-tc-training"
s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

# Create an Estimator instance
tf_tc_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location,
)

# Launch a training job
tf_tc_estimator.fit({"training": training_dataset_s3_path}, logs=True)

Para obter mais informações sobre como usar o TensorFlow algoritmo de Classificação de 
SageMaker Texto para transferir o aprendizado em um conjunto de dados personalizado, consulte o 
caderno Introdução à JumpStart Classificação de Texto.

Interface de entrada e saída para o TensorFlow algoritmo de classificação de texto

Cada um dos modelos pré-treinados listados nos TensorFlow Hub Models pode ser ajustado a 
qualquer conjunto de dados composto por frases de texto com qualquer número de classes. O 
modelo pré-treinado anexa uma camada de classificação ao modelo de incorporação de texto e 
inicializa os parâmetros da camada com valores aleatórios. A dimensão de saída da camada de 
classificação é determinada com base no número de classes detectadas nos dados de entrada.

Lembre-se de como formatar seus dados de treinamento para entrada no TensorFlow modelo de 
Classificação de Texto.
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• Formato de entrada de dados de treinamento: um diretório contendo um arquivo data.csv. Cada 
linha da primeira coluna deve ter rótulos de classe inteiros entre 0 e o número de classes. Cada 
linha da segunda coluna deve ter os dados de texto correspondentes.

Veja a seguir um exemplo de um arquivo de entrada CSV. Observe que o arquivo não deve ter 
nenhum cabeçalho. O arquivo deve ser hospedado em um bucket do Amazon S3 com um caminho 
semelhante ao seguinte: s3://bucket_name/input_directory/. Observe que o rastreamento
/ é obrigatório.

|   |  |
|---|---|
|0 |hide new secretions from the parental units|
|0 |contains no wit , only labored gags|
|1 |that loves its characters and communicates something rather beautiful about human 
 nature|
|...|...|

Treinamento incremental

Você pode semear o treinamento de um novo modelo com artefatos de um modelo com SageMaker 
o qual você treinou anteriormente. Um treinamento incremental economiza tempo de treinamento 
quando você deseja treinar um novo modelo com dados iguais ou semelhantes.

Note

Você só pode semear um modelo de Classificação de SageMaker Texto com outro 
TensorFlow modelo de Classificação de Texto treinado SageMaker. TensorFlow

Você pode usar qualquer conjunto de dados para treinamento incremental, desde que o conjunto 
de classes permaneça o mesmo. A etapa de treinamento incremental é semelhante à etapa de 
ajuste fino, mas em vez de começar com um modelo pré-treinado, você começa com um modelo já 
ajustado.

Para obter mais informações sobre como usar o treinamento incremental com o TensorFlow 
algoritmo de Classificação de SageMaker Texto, consulte o exemplo de caderno Introdução à 
JumpStart Classificação de Texto.
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Inferência com a classificação de texto - algoritmo TensorFlow

Você pode hospedar o modelo ajustado que resulta do seu treinamento de Classificação de 
TensorFlow Texto para inferência. Qualquer formato de texto bruto para inferência deve ser do tipo 
de application/x-text conteúdo.

A execução da inferência resulta em valores de probabilidade, rótulos de classe para todas as 
classes e o rótulo previsto correspondente ao índice da classe com a maior probabilidade codificada 
no formato JSON. O TensorFlow modelo Text Classification - processa uma única string por 
solicitação e gera somente uma linha. Veja a seguir um exemplo de resposta no formato JSON:

accept: application/json;verbose

{"probabilities": [prob_0, prob_1, prob_2, ...],
"labels": [label_0, label_1, label_2, ...],
"predicted_label": predicted_label}

Se accept estiver definido como application/json, o modelo só gera probabilidades.

Recomendação de instância do Amazon EC2 para o algoritmo de classificação de texto TensorFlow

O TensorFlow algoritmo de classificação de texto é compatível com todas as instâncias de CPU e 
GPU para treinamento, incluindo:

• ml.p2.xlarge

• ml.p2.16xlarge

• ml.p3.2xlarge

• ml.p3.16xlarge

• ml.g4dn.xlarge

• ml.g4dn.16.xlarge

• ml.g5.xlarge

• ml.g5.48xlarge

Recomendamos instâncias de GPU com mais memória para treinamento com grandes tamanhos 
de lote. Tanto as instâncias de CPU (como M5) quanto as de GPU (P2, P3, G4dn ou G5) podem ser 
usadas para inferência. Para obter uma lista abrangente de instâncias de SageMaker treinamento e 
inferência em todas AWS as regiões, consulte Amazon SageMaker Pricing.
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Classificação de texto - TensorFlow exemplos de cadernos

Para obter mais informações sobre como usar o TensorFlow algoritmo de Classificação de 
SageMaker Texto para transferir o aprendizado em um conjunto de dados personalizado, consulte o 
caderno Introdução à JumpStart Classificação de Texto.

Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode usar 
para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker Notebook Depois 
de criar uma instância do notebook e abri-la, selecione a guia SageMakerExemplos para ver uma 
lista de todas as SageMaker amostras. Para abrir um caderno, escolha sua guia Use (Uso) e depois 
escolha Create copy (Criar cópia).

Como TensorFlow funciona a classificação de texto

O TensorFlow algoritmo Classificação de Texto - considera o texto conforme o classifica em um 
dos rótulos da classe de saída. Redes de aprendizado profundo, como o BERT, são altamente 
precisas para classificação de textos. Também existem redes de aprendizado profundo treinadas 
em grandes conjuntos de dados de texto, como, por exemplo TextNet, que tem mais de 11 milhões 
de textos com cerca de 11.000 categorias. Depois que uma rede é treinada com TextNet dados, 
você pode então ajustar a rede em um conjunto de dados com um foco específico para realizar 
tarefas de classificação de texto mais específicas. O TensorFlow algoritmo Amazon SageMaker Text 
Classification suporta o aprendizado por transferência em muitos modelos pré-treinados que estão 
disponíveis no TensorFlow Hub.

De acordo com o número de rótulos de classe em seus dados de treinamento, uma camada de 
classificação de texto é anexada ao TensorFlow modelo pré-treinado de sua escolha. A camada de 
classificação consiste em uma camada suspensa, uma camada densa e uma camada totalmente 
conectada com regularização de duas normas e é inicializada com pesos aleatórios. Você pode 
alterar os valores dos hiperparâmetros para a taxa de eliminação da camada de eliminação e o fator 
de regularização L2 para a camada densa.

Você pode ajustar toda a rede (incluindo o modelo pré-treinado) ou somente a camada de 
classificação superior nos novos dados de treinamento. Com esse método de transferência de 
aprendizado, é possível treinar com conjuntos de dados menores.

TensorFlow Modelos de hub

Os seguintes modelos pré-treinados estão disponíveis para uso no aprendizado por transferência 
com o TensorFlow algoritmo de Classificação de Texto.
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Os modelos a seguir variam significativamente em tamanho, número de parâmetros do modelo, 
tempo de treinamento e latência de inferência para qualquer conjunto de dados. O melhor modelo 
para seu caso de uso depende da complexidade do seu conjunto de dados de ajuste fino e de 
quaisquer requisitos que você tenha sobre tempo de treinamento, latência de inferência ou precisão 
do modelo.

Nome do modelo model_id Origem

Base BERT uncased tensorflow-tc-bert 
-en-uncased-L-12-H 
-768-A-12-2

TensorFlow Link do hub

Base BERT cased tensorflow-tc-bert-
en-cased-L-12-H-768-
A-12-2

TensorFlow Link do hub

Estojo multilíngue Base BERT tensorflow-tc-bert 
-multi-cased-L-12- 
H-768-A-12-2

TensorFlow Link do hub

BERT pequeno L-2_H-128 
_A-2

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-2-H-128-A-2

TensorFlow Link do hub

BERT pequeno L-2_H-256 
_A-4

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-2-H-256-A-4

TensorFlow Link do hub

BERT pequeno L-2_H-512 
_A-8

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-2-H-512-A-8

TensorFlow Link do hub

BERT pequeno L-2_H-768 
_A-12

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-2-H-768-A-12

TensorFlow Link do hub
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Nome do modelo model_id Origem

BERT pequeno L-4_H-128 
_A-2

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-4-H-128-A-2

TensorFlow Link do hub

BERT pequeno L-4_H-256 
_A-4

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-4-H-256-A-4

TensorFlow Link do hub

BERT pequeno L-4_H-512 
_A-8

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-4-H-512-A-8

TensorFlow Link do hub

BERT pequeno L-4_H-768 
_A-12

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-4-H-768-A-12

TensorFlow Link do hub

BERT pequeno L-6_H-128 
_A-2

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-6-H-128-A-2

TensorFlow Link do hub

BERT pequeno L-6_H-256 
_A-4

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-6-H-256-A-4

TensorFlow Link do hub

BERT pequeno L-6_H-512 
_A-8

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-6-H-512-A-8

TensorFlow Link do hub

BERT pequeno L-6_H-768 
_A-12

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-6-H-768-A-12

TensorFlow Link do hub

BERT pequeno L-8_H-128 
_A-2

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-8-H-128-A-2

TensorFlow Link do hub
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Nome do modelo model_id Origem

BERT pequeno L-8_H-256 
_A-4

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-8-H-256-A-4

TensorFlow Link do hub

BERT pequeno L-8_H-512 
_A-8

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-8-H-512-A-8

TensorFlow Link do hub

BERT pequeno L-8_H-768 
_A-12

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-8-H-768-A-12

TensorFlow Link do hub

BERT pequeno L-10_H-12 
8_A-2

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-10-H-128-A-2

TensorFlow Link do hub

BERT pequeno L-10_H-25 
6_A-4

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-10-H-256-A-4

TensorFlow Link do hub

BERT pequeno L-10_H-51 
2_A-8

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-10-H-512-A-8

TensorFlow Link do hub

BERT pequeno L-10_H-76 
8_A-12

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-10-H-768-A- 
12

TensorFlow Link do hub

BERT pequeno L-12_H-12 
8_A-2

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-12-H-128-A-2

TensorFlow Link do hub

BERT pequeno L-12_H-25 
6_A-4

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-12-H-256-A-4

TensorFlow Link do hub
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Nome do modelo model_id Origem

BERT pequeno L-12_H-51 
2_A-8

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-12-H-512-A-8

TensorFlow Link do hub

BERT pequeno L-12_H-76 
8_A-12

tensorflow-tc-smal 
l-bert-bert-en-unc 
ased-L-12-H-768-A- 
12

TensorFlow Link do hub

BERT grande uncased tensorflow-tc-bert 
-en-uncased-L-24-H 
-1024-A-16-2

TensorFlow Link do hub

BERT grande cased tensorflow-tc-bert 
-en-cased-L-24-H-1 
024-A-16-2

TensorFlow Link do hub

Máscara de palavras inteiras 
BERT grande uncased

tensorflow-tc-bert-
en-wwm-uncased-L-24-
H-1024-A-16-2

TensorFlow Link do hub

Máscara de palavras inteiras 
BERT grande cased

tensorflow-tc-bert-
en-wwm-cased-L-24-
H-1024-A-16-2

TensorFlow Link do hub

Base ALBERT tensorflow-tc-albe 
rt-en-base

TensorFlow Link do hub

ELECTRA Small++ tensorflow-tc-elec 
tra-small-1

TensorFlow Link do hub

Base ELECTRA tensorflow-tc-elec 
tra-base-1

TensorFlow Link do hub

BERT Base Wikipedia e 
BooksCorpus

tensorflow-tc-expe 
rts-bert-wiki-book 
s-1

TensorFlow Link do hub
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Nome do modelo model_id Origem

BERT Base MEDLINE/ 
PubMed

tensorflow-tc-expe 
rts-bert-pubmed-1

TensorFlow Link do hub

Base Talking Heads tensorflow-tc-talk 
ing-heads-base

TensorFlow Link do hub

Base Talking Heads tensorflow-tc-talk 
ing-heads-large

TensorFlow Link do hub

Classificação de texto - TensorFlow Hiperparâmetros

Hiperparâmetros são parâmetros definidos antes de um modelo de machine learning começar 
a aprender. Os hiperparâmetros a seguir são compatíveis com o TensorFlow algoritmo de 
detecção de objetos SageMaker incorporado da Amazon. Para obter informações sobre ajuste de 
hiperparâmetros, consulte Ajustar uma classificação de texto - TensorFlow modelo.

Nome do parâmetro Descrição

batch_size O tamanho do lote para treinamento. Para treinamento em 
instâncias com várias GPUs, este tamanho de lote é usado em 
todas as GPUs.

Valores válidos: número inteiro positivo.

Valor padrão: 32.

beta_1 O beta1 para os otimizadores "adam" e "adamw". Represent 
a a taxa de degradação exponencial para as estimativas de 
primeiro momento. Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.9.

beta_2 O beta2 para os otimizadores "adam" e "adamw". Represent 
a a taxa de degradação exponencial para as estimativas de 
segundo momento. Ignorado por outros otimizadores.
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Nome do parâmetro Descrição

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.999.

dropout_rate A taxa de abandono da camada de exclusão na camada de 
classificação superior. Usado somente quando reinitial 
ize_top_layer  for definido como "True".

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.2

early_stopping Defina para "True" para usar a lógica de interrupção antecipad 
a durante o treinamento. Se "False", a interrupção antecipada 
não é usada.

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

early_stopping_min 
_delta

A alteração mínima necessária para se qualificar como uma 
melhoria. Uma mudança absoluta menor que o valor de
early_stopping_min_delta  não se qualifica como 
melhoria. Usado somente quando early_stopping  for 
definido como "True".

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.0.

early_stopping_pat 
ience

O número de épocas para continuar treinando sem melhorias. 
Usado somente quando early_stopping  for definido como
"True".

Valores válidos: número inteiro positivo.

Valor padrão: 5.
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Nome do parâmetro Descrição

epochs O número de epochs de treinamento.

Valores válidos: número inteiro positivo.

Valor padrão: 10.

epsilon O épsilon para os otimizadores "adam", "rmsprop" ,
"adadelta"  e "adagrad" . Geralmente é definido como 
um valor baixo, para evitar a divisão por 0. Ignorado por outros 
otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 1e-7.

initial_accumulato 
r_value

O valor inicial para os acumuladores, ou os valores de 
momentum por parâmetro, para o otimizador "adagrad" . 
Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.0001.

learning_rate A taxa de aprendizagem do otimizador.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.001.

momentum A dinâmica dos otimizadores "sgd" e "nesterov" . Ignorado 
por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.9.
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Nome do parâmetro Descrição

optimizer O tipo de otimizador. Para obter mais informações, consulte
Otimizadores na TensorFlow documentação.

Valores válidos: string, qualquer um dos seguintes: ("adamw",
"adam", "sgd", "nesterov" , "rmsprop" ,  "adagrad"
ou "adadelta" ).

Valor padrão: "adam".

regularizers_l2 O fator de regularização L2 para a camada densa na camada de 
classificação. Usado somente quando reinitialize_top_l 
ayer  for definido como "True".

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.0001.

reinitialize_top_l 
ayer

Se definido como "Auto", os parâmetros da camada de 
classificação superior são reinicializados durante o ajuste fino. 
Para treinamento incremental, os parâmetros da camada de 
classificação superior não são reinicializados, a menos que 
sejam definidos como "True".

Valores válidos: string, qualquer um dos seguintes: ("Auto",
"True" ou "False").

Valor padrão: "Auto".

rho O fator de desconto para o gradiente dos otimizadores
"adadelta"  e "rmsprop" . Ignorado por outros otimizado 
res.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.95.
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Nome do parâmetro Descrição

train_only_on_top_ 
layer

Se "True", somente os parâmetros da camada de classific 
ação superior forem ajustados. Se "False", todos os 
parâmetros do modelo são ajustados.

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

validation_split_r 
atio

A fração de dados de treinamento a ser dividida aleatoriamente 
para criar dados de validação. Usado somente se os dados de 
validação não forem fornecidos pelo canal validation .

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.2.

warmup_steps_fract 
ion

A fração do número total de etapas de atualização do gradiente 
, em que a taxa de aprendizado aumenta de 0 para a taxa de 
aprendizado inicial como um aquecimento. Usado somente com 
o otimizador adamw.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.1.

Ajustar uma classificação de texto - TensorFlow modelo

O ajuste automático de modelos, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.
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Métricas calculadas pelo algoritmo de Classificação de Texto TensorFlow

Consulte a tabela a seguir para descobrir quais métricas são calculadas pelo TensorFlow algoritmo 
de Classificação de Texto.

Nome da métrica Descrição Direção de 
otimização

Padrão Regex

validatio 
n:accuracy

A proporção do número de previsões 
corretas para o número total de 
previsões feitas.

Maximizar val_accur 
acy=([0-9\
\.]+)

Classificação de texto ajustável - hiperparâmetros TensorFlow

Ajuste um modelo de classificação de texto com os seguintes hiperparâmetros. Os hiperparâmetros 
que têm o maior impacto nas métricas objetivas de classificação de texto são: batch_size,
learning_rate e optimizer. Os hiperparâmetros que têm o maior impacto nas métricas 
objetivas de classificação de imagem são momentum, regularizers_l2, beta_1, beta_2 e eps
com base no optimizer selecionado. Por exemplo, use beta_1 e beta_2 somente quando adamw
ou adam for o optimizer.

Para obter mais informações sobre quais hiperparâmetros são usados para cada optimizer, 
consulte Classificação de texto - TensorFlow Hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

batch_size IntegerParameterRanges MinValue: 4, 
MaxValue 128

beta_1 ContinuousParameterRanges MinValue: 1e-6, 0,99 
MaxValue

beta_2 ContinuousParameterRanges MinValue: 1e-6, 0,99 
MaxValue

eps ContinuousParameterRanges MinValue: 1e-8, 
MaxValue: 1,0
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRanges MinValue: 1e-6, 0,5 
MaxValue

momentum ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,99

optimizer CategoricalParameterRanges ['adamw', 'adam', 
'sgd', 'rmsprop', 
'nesterov', 'adagrad', 
'adadelta']

regularizers_l2 ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,99

train_onl 
y_on_top_layer

CategoricalParameterRanges ['True', 'False']

Algoritmos integrados do SageMaker para dados de séries temporais

O SageMaker fornece algoritmos personalizados para a análise de dados de séries temporais para 
prever a demanda de produtos, cargas de servidores, solicitações de páginas da Web e muito mais.

• Algoritmo de previsão DeepAR: um algoritmo de aprendizado supervisionado para previsão de 
séries temporais escalares (unidimensionais) usando redes neurais recorrentes (RNN).

Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

Previsão 
DeepAR

treinamen 
to e 
(opcional 

Arquivo linhas 
JSON ou 
Parquet

GPU ou 
CPU

Sim
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

mente) 
teste

Algoritmo de previsão DeepAR

O algoritmo de previsão DeepAR do Amazon SageMaker DeepAR é um algoritmo de aprendizado 
supervisionado para previsão de séries temporais escalares (unidimensionais) usando redes neurais 
recorrentes (RNN). Os métodos clássicos de previsão, como média móvel integrada autorregressiva 
(ARIMA) ou suavização exponencial (ETS), definem um único modelo para cada série temporal 
individual. Em seguida, eles usam esse modelo para extrapolar séries temporais no futuro.

Em muitos aplicativos, no entanto, você pode ter muitas séries temporais semelhantes em um 
conjunto de unidades transversais. Por exemplo, você pode ter agrupamentos de séries temporais 
para a demanda por diferentes produtos, cargas de servidores e solicitações de páginas da Web. 
Para esse tipo de aplicativo, é possível se beneficiar com o treinamento de um único modelo de 
forma conjunta em todas as séries temporais. O DeepAR adota essa abordagem. Quando seu 
conjunto de dados contém centenas de séries temporais relacionadas, o DeepAR supera os métodos 
padrão ARIMA e ETS. Você também pode usar o modelo treinado para gerar previsões para novas 
séries temporais semelhantes às que foram treinadas.

A entrada de treinamento para o algoritmo DeepAR é de uma ou, preferencialmente, mais séries 
temporais target que foram geradas pelo mesmo processo ou processos semelhantes. Com base 
nesse conjunto de dados de entrada, o algoritmo treina um modelo que aprende uma aproximação 
desse processo/processos e o usa para prever a evolução das séries temporais de destino. Cada 
série temporal de destino pode ser opcionalmente associada a um vetor de atributos categóricos 
estáticos (independente do tempo) fornecido pelo campo cat e a um vetor de séries temporais 
dinâmicas (dependente do tempo) fornecido pelo campo dynamic_feat. O SageMaker treina o 
DeepAR obtendo amostras aleatórias de exemplos de treinamento de cada série temporal de destino 
no conjunto de dados de treinamento. Cada exemplo de treinamento consiste em um par de janelas 
de previsão e contexto adjacentes com comprimentos predefinidos fixos. Para controlar até que 
ponto no passado a rede pode se estender, use o hiperparâmetro context_length. Para controlar 
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até que ponto no futuro é possível fazer previsões, use o hiperparâmetro prediction_length. 
Para obter mais informações, consulte Como o algoritmo DeepAR funciona.

Tópicos

• Interface de entrada/saída para o algoritmo DeepAR

• Melhores práticas para usar o algoritmo DeepAR

• Recomendações de instâncias do EC2 para o algoritmo DeepAR

• Blocos de anotações de amostra do DeepAR

• Como o algoritmo DeepAR funciona

• Hiperparâmetros do DeepAR

• Ajustar um modelo DeepAR

• Formatos de inferência do DeepAR

Interface de entrada/saída para o algoritmo DeepAR

O DeepAR é compatível com dois canais de dados. O canal necessário train descreve o conjunto 
de dados de treinamento. O canal opcional test descreve um conjunto de dados que o algoritmo 
usa para avaliar a precisão do modelo após o treinamento. Você pode fornecer conjuntos de dados 
de treinamento e teste no formato de linhas JSON. Os arquivos podem estar no formato de arquivo 
gzip ou Parquet.

Ao especificar os caminhos para os dados de treinamento e teste, você pode especificar um 
único arquivo ou um diretório que contenha vários arquivos, que podem ser armazenados em 
subdiretórios. Se você especificar um diretório, o DeepAR usará todos os arquivos nesse diretório 
como entradas para o canal correspondente, exceto aqueles que começam com um ponto (.) e 
aqueles denominados _SUCCESS. Isso garante que você possa usar diretamente as pastas de 
saída produzidas por trabalhos do Spark como canais de entrada para seus trabalhos de treinamento 
do DeepAR.

Por padrão, o modelo DeepAR determina o formato de entrada da extensão do arquivo (.json,
.json.gz ou .parquet) no caminho de entrada especificado. Se o caminho não terminar em 
uma dessas extensões, você deverá especificar explicitamente o formato no SDK for Python. Use o 
parâmetro content_type da classe s3_input classe.

Os registros nos seus arquivos de entrada devem conter os seguintes campos:
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• start—Uma string com o formato YYYY-MM-DD HH:MM:SS. O timestamp inicial não pode conter 
informações de fuso horário.

• target—Uma matriz de valores de ponto flutuante ou números inteiros que representam a série 
temporal. Você pode codificar valores ausentes como literais null ou como strings "NaN" em 
JSON ou como valores de ponto flutuante nan em Parquet.

• dynamic_feat (opcional)—Uma matriz de matrizes de valores de ponto flutuante ou números 
inteiros que representam o vetor de séries temporais de atributos personalizados (atributos 
dinâmicos). Se você definir esse campo, todos os registros deverão ter o mesmo número de 
matrizes internas (o mesmo número de séries temporais de recursos). Além disso, cada matriz 
interna deve ter o mesmo comprimento que o valor target associado prediction_length. 
Valores ausentes não têm suporte nos recursos. Por exemplo, se as séries temporais de destino 
representam a demanda de diferentes produtos, um dynamic_feat associado pode ser uma 
série temporal booleana que indica se uma promoção foi aplicada (1) a determinado produto ou 
não (0):

{"start": ..., "target": [1, 5, 10, 2], "dynamic_feat": [[0, 1, 1, 0]]}

• cat (opcional)—Uma matriz de atributos categóricos que podem ser usados para codificar os 
grupos aos quais o registro pertence. Recursos categóricos devem ser codificados como uma 
sequência baseada em 0 de números inteiros positivos. Por exemplo, o domínio categórico {R, G, 
B} pode ser codificado como {0, 1, 2}. Todos os valores de cada domínio categórico devem ser 
representados no conjunto de dados de treinamento. Isso porque o algoritmo DeepAR pode prever 
apenas as categorias que foram observadas durante o treinamento. E cada recurso categórico 
é incorporado em um espaço de baixa dimensão cuja dimensionalidade é controlada pelo 
hiperparâmetro embedding_dimension. Para obter mais informações, consulte Hiperparâmetros 
do DeepAR.

Se você usar um arquivo JSON, ele deverá estar no formato JSON Lines. Por exemplo:

{"start": "2009-11-01 00:00:00", "target": [4.3, "NaN", 5.1, ...], "cat": [0, 1], 
 "dynamic_feat": [[1.1, 1.2, 0.5, ...]]}
{"start": "2012-01-30 00:00:00", "target": [1.0, -5.0, ...], "cat": [2, 3], 
 "dynamic_feat": [[1.1, 2.05, ...]]}
{"start": "1999-01-30 00:00:00", "target": [2.0, 1.0], "cat": [1, 4], "dynamic_feat": 
 [[1.3, 0.4]]}
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Neste exemplo, cada série temporal tem dois recursos categóricos associados e um recurso de série 
temporal.

Para Parquet, você usa os mesmos três campos como colunas. Além disso, "start" pode ser do 
tipo datetime. Você pode compactar arquivos Parquet usando a biblioteca de compactação gzip 
(gzip) ou Snappy (snappy).

Se o algoritmo for treinado sem os campos cat e dynamic_feat, ele aprenderá um modelo 
"global", que é um modelo independente da identidade específica das séries temporais de destino 
em tempo de inferência, e condicionado somente na forma.

Se o modelo estiver condicionado aos dados de recursos cat e dynamic_feat fornecidos para 
cada série temporal, a previsão provavelmente será influenciada pelo caractere das séries temporais 
com os recursos cat correspondentes. Por exemplo, se a série temporal target representar a 
demanda de itens de vestuário, você poderá associar um vetor bidimensional cat que codifica o tipo 
de item (por exemplo, 0 = sapatos, 1 = vestimenta) no primeiro componente e a cor de um item ( por 
exemplo, 0 = vermelho, 1 = azul) no segundo componente. Uma exemplo de entrada seria exibida da 
seguinte forma:

{ "start": ..., "target": ..., "cat": [0, 0], ... } # red shoes
{ "start": ..., "target": ..., "cat": [1, 1], ... } # blue dress

No momento da inferência, você pode solicitar previsões para destinos com valores cat, que são 
combinações dos valores cat observados nos dados de treinamento, por exemplo:

{ "start": ..., "target": ..., "cat": [0, 1], ... } # blue shoes
{ "start": ..., "target": ..., "cat": [1, 0], ... } # red dress

As diretrizes a seguir se aplicam a dados de treinamento:

• O horário de início e a duração da série temporal podem ser diferentes. Por exemplo, na 
comercialização, os produtos geralmente entram no catálogo de varejo em datas diferentes, 
portanto, as datas de início diferem naturalmente. No entanto, todas as séries devem ter a mesma 
frequência, número de recursos categóricos e número de recursos dinâmicos.

• Embaralhe o arquivo de treinamento em relação à posição da série temporal no arquivo. Em outras 
palavras, a série temporal deve ocorrer em ordem aleatória no arquivo.

• Certifique-se de definir o campo start corretamente. O algoritmo usa o timestamp start para 
derivar os recursos internos.
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• Se você usar recursos categóricos (cat), todas as séries temporais deverão ter o mesmo número 
de recursos categóricos. Se o conjunto de dados contiver o campo cat, o algoritmo o usará e 
extrairá a cardinalidade dos grupos do conjunto de dados. Por padrão, cardinality é "auto". 
Se o conjunto de dados contiver o campo cat, mas você não quiser usá-lo, poderá desabilitá-lo 
definindo cardinality como "". Se um modelo tiver sido treinado usando um recurso cat, você 
deverá incluí-lo para inferência.

• Se o seu conjunto de dados contiver o campo dynamic_feat, o algoritmo o usará 
automaticamente. Todas as séries temporais precisam ter o mesmo número de séries temporais 
de recursos. Os pontos de tempo em cada uma das séries temporais de recursos correspondem 
um a um aos pontos de tempo no destino. Além disso, a entrada no campo dynamic_feat
deve ter o mesmo comprimento que target. Se o conjunto de dados contiver o campo
dynamic_feat, mas você não quiser usá-lo, desabilite-o definindo (num_dynamic_feat como
""). Se o modelo tiver sido treinado com o campo dynamic_feat, você deverá fornecer esse 
campo para inferência. Além disso, cada um dos recursos deve ter o comprimento do destino 
fornecido mais o prediction_length. Em outras palavras, você deverá fornecer o valor do 
recurso no futuro.

Se você especificar os dados do canal teste opcional, o algoritmo DeepAR avaliará o modelo 
treinado com diferentes métricas de precisão. O algoritmo calculará a raiz do erro quadrático médio 
(RMSE) nos dados de teste da seguinte forma:

yi,t é o verdadeiro valor da série temporal i no momento t. ŷi,t é a previsão média. A soma refere-
se a todas as séries temporais n no conjunto de teste e aos últimos momentos Τ de cada série 
temporal, em que Τ corresponde ao horizonte de previsão. Para especificar a extensão do horizonte 
de previsão, defina o hiperparâmetro prediction_length. Para obter mais informações, consulte
Hiperparâmetros do DeepAR.

Além disso, o algoritmo avalia a precisão da distribuição da previsão usando a perda de quantil 
ponderada. Para um quantil no intervalo [0, 1], a perda de quantil ponderada é definida da seguinte 
forma:
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qi,t
(τ) é o quantil τ da distribuição que o modelo prevê. Para especificar para quais quantis calcular 

a perda, defina o hiperparâmetro test_quantiles. Além destes, a média das perdas de quantil 
prescritas é relatada como parte dos logs de treinamento. Para obter mais informações, consulte
Hiperparâmetros do DeepAR.

Para inferência, o DeepAR aceita o formato JSON e os seguintes campos:

• "instances", que inclui uma ou mais séries temporais no formato JSON Lines

• Um nome de "configuration", que inclui parâmetros para gerar a previsão

Para obter mais informações, consulte Formatos de inferência do DeepAR.

Melhores práticas para usar o algoritmo DeepAR

Ao preparar seus dados de série temporal, siga estas práticas recomendadas para obter os melhores 
resultados:

• Exceto ao dividir seu conjunto de dados para treinamento e teste, sempre forneça toda a série 
temporal para treinamento, teste e ao chamar o modelo para inferência. Independentemente de 
como você definir context_length, não divida a série temporal ou forneça apenas uma parte 
dela. O modelo usa pontos de dados mais atrás do que o valor definido em context_length
para o recurso de valores com atraso.

• Ao ajustar um modelo DeepAR, você pode dividir o conjunto de dados para criar um conjunto 
de dados de treinamento e um conjunto de dados de teste. Em uma avaliação típica, você 
testaria o modelo na mesma série temporal usada para treinamento, mas nos pontos de tempo
prediction_length futuros que seguem imediatamente depois do último ponto de tempo visível 
durante o treinamento. É possível criar conjuntos de dados de treinamento e teste que atendem 
a esse critério usando o conjunto de dados inteiro (a duração total de todas as séries temporais 
disponíveis) como um conjunto de testes e removendo os últimos pontos prediction_length
de cada série temporal para treinamento. Durante o treinamento, o modelo não vê os valores 
de destino para os pontos de tempo em que ele é avaliado durante o teste. Durante o teste, o 
algoritmo retém os últimos pontos prediction_length de cada série temporal do conjunto de 
testes e gera uma previsão. Em seguida, ele compara a previsão com os valores retidos. Você 
pode criar avaliações mais complexas repetindo as séries temporais várias vezes no conjunto 
de testes, mas cortando-as em diferentes endpoints. Com essa abordagem, a média de métricas 
de precisão é calculada sobre várias previsões de diferentes pontos de tempo. Para obter mais 
informações, consulte Ajustar um modelo DeepAR.
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• Evite usar valores muito grandes (>400) para prediction_length, pois isso torna o modelo 
lento e menos preciso. Se quiser prever mais para o futuro, considere agregar seus dados em uma 
frequência mais baixa. Por exemplo, use 5min em vez de 1min.

• Como atrasos são usados, um modelo pode retornar ainda mais na série temporal do que o valor 
especificado para context_length. Portanto, você não precisa definir esse parâmetro como um 
valor grande. Recomendamos começar com o valor que você usou para prediction_length.

• Recomendamos treinar um modelo DeepAR em todas as séries temporais que estiverem 
disponíveis. Embora um modelo DeepAR treinado em uma única série temporal possa funcionar 
bem, os algoritmos de previsão padrão, como o ARIMA ou o ETS, podem fornecer resultados mais 
precisos. O algoritmo DeepAR começa a superar os métodos padrão quando seu conjunto de 
dados contém centenas de séries temporais relacionadas. Atualmente, o DeepAR requer que o 
número total de observações disponíveis em todas as séries temporais de treinamento seja pelo 
menos 300.

Recomendações de instâncias do EC2 para o algoritmo DeepAR

Você pode treinar o DeepAR em instâncias de GPU e CPU e em configurações de uma ou várias 
máquinas. Recomendamos começar com uma única instância de CPU (por exemplo, ml.c4.2xlarge 
ou ml.c4.4xlarge) e alternar para instâncias de GPU e várias máquinas somente quando necessário. 
O uso de GPUs e várias máquinas melhora o throughput apenas para modelos maiores (com muitas 
células por camada e várias camadas) e para tamanhos grandes de minilotes (por exemplo, maiores 
que 512).

Para inferência, o DeepAR oferece suporte apenas para instâncias de CPU.

A especificação de valores grandes para context_length, prediction_length, num_cells,
num_layers ou mini_batch_size pode criar modelos muito grandes para instâncias pequenas. 
Nesse caso, use um tipo de instância maior ou reduza os valores para esses parâmetros. Esse 
problema também ocorre com frequência ao executar trabalhos de ajuste de hiperparâmetros. Nesse 
caso, use um tipo de instância grande o suficiente para o trabalho de ajuste de modelo e considere 
limitar os valores superiores dos parâmetros críticos para evitar falhas de trabalho.

Blocos de anotações de amostra do DeepAR

Para um bloco de anotações de amostra que mostra como preparar um conjunto de dados de série 
temporal para treinar o algoritmo DeepAR do e como implantar o modelo treinado para realizar 
inferências, consulte Demonstração do DeepAR em um conjunto de dados de eletricidade, que 
ilustra os atributos avançados do DeepAR em um conjunto de dados do mundo real. Para obter 
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instruções sobre como criar e acessar instâncias de caderno Jupyter que você pode utilizar para 
executar o exemplo em SageMaker, consulte Instâncias do Amazon SageMaker Notebook. Depois 
de criar e abrir uma instância de bloco de anotações, escolha a guia Exemplos do SageMaker para 
ver uma lista de todos os exemplos do SageMaker. Para abrir um bloco de anotações, escolha sua 
guia Use (Uso) e depois escolha Create copy (Criar cópia).

Como o algoritmo DeepAR funciona

Durante o treinamento, o DeepAR aceita um conjunto de dados de treinamento e um conjunto de 
dados de teste opcional. Ele usa o conjunto de dados de teste para avaliar o modelo treinado. Em 
geral, os conjuntos de dados não precisam conter o mesmo conjunto de séries temporais. Você pode 
usar um modelo treinado em um determinado conjunto de treinamento para gerar previsões para o 
futuro da série temporal nesse conjunto de treinamento e para outras séries temporais. Ambos os 
conjuntos de dados de treinamento e teste consistem em uma ou, preferencialmente, mais séries 
temporais de destino. Cada série temporal de destino pode, opcionalmente, ser associada a um vetor 
de séries temporais de recursos e a um vetor de recursos categóricos. Para obter mais informações, 
consulte Interface de entrada/saída para o algoritmo DeepAR.

Por exemplo, o seguinte é um elemento de um conjunto de treinamento indexado por i que consiste 
em uma série temporal de destino, Zi,t e duas séries temporais de atributo associadas, Xi,1,t e Xi,2,t:

A série temporal de destino pode conter valores ausentes, que são representados por quebras de 
linha na série temporal. O DeepAR é compatível apenas com séries temporais de recursos que são 
conhecidas no futuro. Isso permite que você execute “e se”? cenários. O que acontece, por exemplo, 
se eu alterar o preço de um produto de alguma forma?

Cada série temporal de destino também pode ser associada a vários recursos categóricos. Você 
pode usar esses recursos para codificar os agrupamentos aos quais uma série temporal pertence. 
Recursos categóricos permitem que o modelo aprenda o comportamento típico de grupos, que ele 
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pode usar para aumentar a precisão do modelo. O DeepAR implementa isso aprendendo um vetor 
de incorporação para cada grupo que captura as propriedades comuns de todas as séries temporais 
do grupo.

Como funcionam as séries temporais de recursos no algoritmo DeepAR

Para facilitar a aprendizagem de padrões dependentes do tempo, como picos durante os finais de 
semana, o DeepAR cria automaticamente séries temporais de recursos com base na frequência 
da série temporal de destino. Ele usa essas séries temporais de recursos derivadas com as séries 
temporais de recursos personalizadas que você fornece durante o treinamento e a inferência. A 
figura a seguir mostra dois desses atributos de séries temporais derivadas: ui,1,t representa a hora do 
dia e ui,2,t o dia da semana.

O algoritmo DeepAR gera automaticamente essas séries temporais de recursos. A tabela a seguir 
lista os recursos derivados para as frequências básicas de série temporal com suporte.

Frequência da série temporal Recursos derivados

Minute minute-of-hour , hour-of-day , day-of-week , day-
of-month , day-of-year

Hour hour-of-day , day-of-week , day-of-month , day-of-
year

Day day-of-week , day-of-month , day-of-year

Week day-of-month , week-of-year

Month mês do ano
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O DeepAR treina um modelo obtendo amostras aleatórias de vários exemplos de treinamento 
de cada uma das séries temporais no conjunto de dados de treinamento. Cada exemplo de 
treinamento consiste em um par de janelas de previsão e contexto adjacentes com comprimentos 
predefinidos fixos. O hiperparâmetro context_length controla até que ponto no passado a 
rede pode se estender, enquanto o hiperparâmetro prediction_length controla até que ponto 
no futuro é possível fazer previsões. Durante o treinamento, o algoritmo ignora os elementos do 
conjunto de treinamento que contêm séries temporais menores que um comprimento de previsão 
especificado. A figura a seguir representa cinco amostras com comprimentos de contexto de 
12 horas e comprimentos de previsão de 6 horas extraídas do elemento i. Por uma questão de 
brevidade, omitimos as séries temporais de atributos xi,1,t e ui,2,t.

Para capturar padrões de sazonalidade, o DeepAR também alimenta valores com atraso 
automaticamente da série temporal de destino. No exemplo com frequência horária, para cada índice 
de tempo, t = T, o modelo expõe os valores zi,t, que ocorreram aproximadamente um, dois e três dias 
no passado.

Para inferência, o modelo treinado usa como entrada séries temporais de destino, que podem ou não 
ter sido usadas durante o treinamento, e prevê uma distribuição de probabilidade para os próximos 
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valores prediction_length. Como o DeepAR é treinado em todo o conjunto de dados, a previsão 
leva em conta os padrões aprendidos de séries temporais semelhantes.

Para obter informações sobre a matemática subjacente do DeepAR, consulte o artigo sobre previsão 
probabilística no DeepAR com redes recorrentes autorregressivas.

Hiperparâmetros do DeepAR

Nome do parâmetro Descrição

context_length O número de momentos que o modelo recebe para observar 
antes de fazer a previsão. O valor desse parâmetro deve ser 
o mesmo que o prediction_length . O modelo também 
recebe entradas atrasadas do destino. Portanto, context_l 
ength  pode ser bem menor que as sazonalidades típicas. 
Por exemplo, uma série temporal diária pode ter sazonalidade 
anual. O modelo inclui automaticamente um atraso de um ano, 
para que a extensão de contexto possa ser menor que um 
ano. Os valores de atraso que o modelo seleciona dependem 
da frequência das séries temporais. Por exemplo, os valores 
de atraso de uma frequência diária são a semana anterior, 2 
semanas, 3 semanas, 4 semanas e ano.

Obrigatório

Valores válidos: inteiro positivo

epochs O número máximo de passagens nos dados de treinamento. 
O valor ideal depende do tamanho dos dados e da taxa de 
aprendizagem. Consulte também early_stopping_pat 
ience . Os valores típicos variam de 10 a 1000.

Obrigatório

Valores válidos: inteiro positivo

prediction_length O número de etapas de tempo que o modelo é treinado para 
prever, também chamado de horizonte de previsão. O modelo 
treinado sempre gera previsões com essa extensão. Ele não 
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Nome do parâmetro Descrição

pode gerar previsões mais extensas. O prediction_length
é fixo quando um modelo é treinado e não pode ser alterado 
posteriormente.

Obrigatório

Valores válidos: inteiro positivo

time_freq A granularidade da série temporal no conjunto de dados. Use
time_freq  para selecionar recursos e atrasos apropriados 
de data. O modelo oferece suporte para as seguintes frequênci 
as básicas. Ele também oferece suporte para múltiplos dessas 
frequências básicas. Por exemplo, 5min especifica uma 
frequência de 5 minutos.

• M: mensal

• W: semanal

• D: diário

• H: por hora

• min: a cada minuto

Obrigatório

Valores válidos: Um número inteiro seguido por M, W, D, H ou
min. Por exemplo, 5min.
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Nome do parâmetro Descrição

cardinality Ao usar os recursos categóricos (cat), cardinality  é 
uma matriz que especifica o número de categorias (grupos) 
por recurso categórico. Defina isso como auto para inferir 
a cardinalidade dos dados. O modo auto também funciona 
quando nenhum recurso categórico é usado no conjunto de 
dados. Esta é a configuração recomendada para o parâmetro.

Defina a cardinalidade como ignore para forçar o DeepAR 
a não usar recursos categóricos, mesmo que eles estejam 
presentes nos dados.

Para realizar uma validação de dados adicional, é possível 
definir explicitamente esse parâmetro como o valor real. Por 
exemplo, se dois recursos categóricos forem fornecidos, em que 
o primeiro tem 2 e o outro tem 3 valores possíveis, defina isso 
como [2, 3].

Para obter mais informações sobre como usar o recurso 
categórico, consulte a seção de dados na página de documenta 
ção principal do DeepAR.

Opcional

Valores válidos: auto, ignore, matriz de números inteiros 
positivos, string vazia ou

Valor padrão: auto
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Nome do parâmetro Descrição

dropout_rate A taxa de dropout a ser usada durante o treinamento. O modelo 
usa a regularização de zoneout. Para cada iteração, um 
subconjunto aleatório de neurônios ocultos não é atualizado. Os 
valores típicos são inferiores a 0,2.

Opcional

Valores válidos: flutuante

Valor padrão: 0.1

early_stopping_pat 
ience

Se esse parâmetro for definido, o treinamento será interrompido 
quando não houver progresso dentro do número especificado 
de epochs. O modelo que tiver a menor perda será retornado 
como o modelo final.

Opcional

Valores válidos: inteiro
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Nome do parâmetro Descrição

embedding_dimension Tamanho do vetor de incorporação aprendido por recurso 
categórico (o mesmo valor é usado para todos os recursos 
categóricos).

O modelo DeepAR pode aprender padrões de séries temporais 
em nível de grupo quando um recurso de agrupamento 
categórico é fornecido. Para fazer isso, o modelo aprende um 
vetor de incorporação de tamanho embedding_dimensio 
n  para cada grupo, capturando as propriedades em comum de 
todas as séries temporais do grupo. Se o valor de embedding 
_dimension  for elevado, o modelo capturará padrões mais 
complexos. No entanto, elevar o embedding_dimensio 
n  também aumenta o número de parâmetros no modelo, o 
que torna necessário mais dados de treinamento para que tais 
parâmetros sejam aprendidos com precisão. Os valores típicos 
para esse parâmetro estão entre 10 e 100.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 10

learning_rate A taxa de aprendizagem usada no treinamento. Os valores 
típicos variam de 1e-4 a 1e-1.

Opcional

Valores válidos: flutuante

Valor padrão: 1e-3
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Nome do parâmetro Descrição

likelihood O modelo gera uma previsão probabilística e pode fornecer 
quantis da distribuição e retornar amostras. Dependendo de 
seus dados, selecione uma probabilidade (modelo de ruído) 
apropriada que é usada para estimativas de incerteza. As 
seguintes probabilidades podem ser selecionadas:

• gaussian: use para dados de valor real.

• beta: use para destinos de valor real entre 0 e 1, inclusive.

• negativo-binomial: use para dados de contagem (inteiros não 
negativos).

• student-T: uma alternativa para os dados de valor real que 
funciona bem para dados intermitentes.

• deterministic-L1: uma função de perda que não estima 
incerteza e apenas aprende uma previsão de ponto.

Opcional

Valores válidos: gaussian, beta, negative-binomial, student-T ou
deterministic-L1.

Valor padrão: student-T

mini_batch_size O tamanho de minilotes usado durante o treinamento. Os 
valores típicos variam de 32 a 512.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 128
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Nome do parâmetro Descrição

num_cells O número de células a ser usado em cada camada oculta da 
RNN. Os valores típicos variam de 30 a 100.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 40

num_dynamic_feat O número de dynamic_feat  fornecido nos dados. Defina isso 
como auto para inferir o número de recursos dinâmicos dos 
dados. O modo auto também funciona quando nenhum recurso 
dinâmico é usado no conjunto de dados. Esta é a configuração 
recomendada para o parâmetro.

Para forçar o DeepAR a não usar recursos dinâmicos, mesmo 
que eles estejam presentes nos dados, defina num_dynam 
ic_feat  como ignore.

Para realizar uma validação de dados adicional, é possível 
definir explicitamente esse parâmetro como o valor inteiro real. 
Por exemplo, se dois recursos dinâmicos forem fornecidos, 
defina isso como 2.

Opcional

Valores válidos: auto, ignore, inteiro positivo ou string vazia

Valor padrão: auto
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Nome do parâmetro Descrição

num_eval_samples O número de amostras que são usadas por série temporal ao 
calcular métricas de precisão de teste. Esse parâmetro não 
tem influência no treinamento ou no modelo final. Em particula 
r, o modelo pode ser consultado com um número diferente 
de amostras. Esse parâmetro afeta apenas as pontuações 
de precisão relatadas no canal de teste após o treinamento. 
Valores menores resultam em uma avaliação mais rápida, 
mas as pontuações de avaliação são tipicamente piores e 
mais incertas. Ao avaliar com quantis superiores, por exemplo, 
0,95, pode ser importante aumentar o número de amostras de 
avaliação.

Opcional

Valores válidos: inteiro

Valor padrão: 100

num_layers O número de camadas ocultas na RNN. Os valores típicos 
variam de 1 a 4.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 2

test_quantiles Quantis para os quais calcular a perda de quantil no canal de 
teste.

Opcional

Valores válidos: matriz de flutuantes

Valor padrão: [0.1, 0.2, 0.3, 0.4, 0.5, 0.6, 0.7, 0.8, 0.9]
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Ajustar um modelo DeepAR

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo DeepAR

O algoritmo DeepAR relata três métricas, que são calculadas durante o treinamento. Ao ajustar um 
modelo, escolha uma delas como o objetivo. Para o objetivo, use a precisão da previsão em um 
canal de teste fornecido (recomendado) ou a perda de treinamento. Para recomendações sobre 
a divisão de treinamento/teste para o algoritmo DeepAR, consulte  Melhores práticas para usar o 
algoritmo DeepAR.

Nome da métrica Descrição Direção de otimização

test:RMSE O erro quadrático médio entre a previsão e o 
destino real computado no conjunto de testes.

Minimizar

test:mean 
_wQuantileLoss

As perdas médias globais de quantil calculada 
s no conjunto de testes. Para controlar quais 
quantis são usados, defina o hiperparâmetro
test_quantiles .

Minimizar

train:fin 
al_loss

A perda de verossimilhança de log negativa de 
treinamento cuja média foi calculada no último 
epoch de treinamento para o modelo.

Minimizar

Hyperparameters ajustáveis para o algoritmo DeepAR

Ajuste um modelo DeepAR com os seguintes hiperparâmetros. Os hiperparâmetros que têm o maior 
impacto, listados na ordem do maior até o menor impacto, em métricas objetivas do DeepAR são:
epochs, context_length, mini_batch_size, learning_rate e num_cells.
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

epochs IntegerParameterRanges MinValue: 1, 
MaxValue: 1000

context_length IntegerParameterRanges MinValue: 1, 
MaxValue: 200

mini_batch_size IntegerParameterRanges MinValue: 32, 
MaxValue: 1028

learning_rate ContinuousParameterRange MinValue: 1e-5, 
MaxValue: 1e-1

num_cells IntegerParameterRanges MinValue: 30, 
MaxValue: 200

num_layers IntegerParameterRanges MinValue: 1, 
MaxValue: 8

dropout_rate ContinuousParameterRange MinValue: 0.00, 
MaxValue: 0.2

embedding 
_dimension

IntegerParameterRanges MinValue: 1, 
MaxValue: 50

Formatos de inferência do DeepAR

Formatos de solicitação JSON do DeepAR

Para fazer a consulta de um modelo treinado, use o endpoint do modelo. O endpoint usa o seguinte 
formato de solicitação JSON.

Na solicitação, o campo instances corresponde à série temporal que deve ser prevista pelo 
modelo.

Se o modelo tiver sido treinado com categorias, você deverá fornecer um cat para cada instância. 
Se o modelo tiver sido treinado sem o campo cat, este deverá ser omitido.
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Se o modelo tiver sido treinado com uma série temporal de recursos personalizados 
(dynamic_feat), você terá que fornecer o mesmo número de valores dynamic_featpara 
cada instância. Cada um deles deve ter um comprimento dado por length(target) + 
prediction_length, em que os últimos valores prediction_length correspondem aos pontos 
de tempo no futuro que serão previstos. Se o modelo tiver sido treinado sem séries temporais de 
recursos personalizados, o campo não deverá ser incluído na solicitação.

{ 
    "instances": [ 
        { 
            "start": "2009-11-01 00:00:00", 
            "target": [4.0, 10.0, "NaN", 100.0, 113.0], 
            "cat": [0, 1], 
            "dynamic_feat": [[1.0, 1.1, 2.1, 0.5, 3.1, 4.1, 1.2, 5.0, ...]] 
        }, 
        { 
            "start": "2012-01-30", 
            "target": [1.0], 
            "cat": [2, 1], 
            "dynamic_feat": [[2.0, 3.1, 4.5, 1.5, 1.8, 3.2, 0.1, 3.0, ...]] 
        }, 
        { 
            "start": "1999-01-30", 
            "target": [2.0, 1.0], 
            "cat": [1, 3], 
            "dynamic_feat": [[1.0, 0.1, -2.5, 0.3, 2.0, -1.2, -0.1, -3.0, ...]] 
        } 
    ], 
    "configuration": { 
         "num_samples": 50, 
         "output_types": ["mean", "quantiles", "samples"], 
         "quantiles": ["0.5", "0.9"] 
    }
}

O campo configuration é opcional. configuration.num_samples define o 
número de caminhos de amostra gerados pelo modelo para estimar a média e os quantis.
configuration.output_types descreve as informações que serão retornadas na solicitação. 
Os valores válidos são "mean", "quantiles" e "samples". Se você especificar "quantiles", 
cada um dos valores de quantil em configuration.quantiles será retornado como uma série 
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temporal. Se você especificar "samples", o modelo também retornará as amostras brutas usadas 
para calcular os outros resultados.

Formatos de resposta JSON do DeepAR

A seguir, exibimos o formato de uma resposta, em que [...] são matrizes de números:

{ 
    "predictions": [ 
        { 
            "quantiles": { 
                "0.9": [...], 
                "0.5": [...] 
            }, 
            "samples": [...], 
            "mean": [...] 
        }, 
        { 
            "quantiles": { 
                "0.9": [...], 
                "0.5": [...] 
            }, 
            "samples": [...], 
            "mean": [...] 
        }, 
        { 
            "quantiles": { 
                "0.9": [...], 
                "0.5": [...] 
            }, 
            "samples": [...], 
            "mean": [...] 
        } 
    ]
}

O DeepAR tem um tempo limite de resposta de 60 segundos. Ao transmitir várias séries temporais 
em uma única solicitação, as previsões são geradas sequencialmente. Como a previsão para 
cada série temporal normalmente leva cerca de 300 a 1000 milissegundos ou mais, dependendo 
do tamanho do modelo, transmitir muitas séries temporais em uma única solicitação pode causar 
tempos limite. É melhor enviar menos séries temporais por solicitação e enviar mais solicitações. 
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Como o algoritmo DeepAR usa vários trabalhadores por instância, você pode obter um throughput 
muito maior enviando várias solicitações em paralelo.

Por padrão, o DeepAR usa um trabalhador por CPU para inferência, caso haja memória suficiente 
por CPU. Se o modelo for grande e não houver memória suficiente para executar um modelo 
em cada CPU, o número de trabalhadores será reduzido. O número de operadores usados para 
inferência pode ser substituído usando a variável de ambiente MODEL_SERVER_WORKERS. Por 
exemplo, definindo MODEL_SERVER_WORKERS=1 ao chamar a API do SageMaker CreateModel.

Transformação em lote com o algoritmo DeepAR

As previsões do DeepAR oferecem suporte para a obtenção de inferências usando a transformação 
em lote dos dados usando o formato JSON Lines. Nesse formato, cada registro é representado em 
uma única linha como um objeto JSON, e as linhas são separadas por caracteres de nova linha. 
O formato é idêntico ao formato JSON Lines usado para treinamentos de modelos. Para ter mais 
informações, consulte Interface de entrada/saída para o algoritmo DeepAR. Por exemplo:

{"start": "2009-11-01 00:00:00", "target": [4.3, "NaN", 5.1, ...], "cat": [0, 1], 
 "dynamic_feat": [[1.1, 1.2, 0.5, ..]]}
{"start": "2012-01-30 00:00:00", "target": [1.0, -5.0, ...], "cat": [2, 3], 
 "dynamic_feat": [[1.1, 2.05, ...]]}
{"start": "1999-01-30 00:00:00", "target": [2.0, 1.0], "cat": [1, 4], "dynamic_feat": 
 [[1.3, 0.4]]}

Note

Ao criar o trabalho de transformação com CreateTransformJob, defina o valor de
BatchStrategy como SingleRecord e defina o valor de SplitType na configuração
TransformInput como Line, pois, no momento, os valores padrão provocam falhas em 
tempo de execução.

De forma semelhante ao formato de solicitação de inferência de endpoint hospedado, os campos
cat e dynamic_feat para cada instância serão necessários se os dois fatores a seguir forem 
verdadeiros:

• O modelo é treinado em um conjunto de dados que continha os campos cat e dynamic_feat.

• Os valores cardinality e num_dynamic_feat correspondente usados no trabalho de 
treinamento não estão definidos como "".
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Ao contrário da inferência de endpoints hospedados, o campo de configuração é definido 
uma vez para todo o trabalho de inferência em lote usando uma variável de ambiente 
denominada DEEPAR_INFERENCE_CONFIG. O valor de DEEPAR_INFERENCE_CONFIG pode 
ser transmitido quando o modelo é criado chamando a API CreateTransformJob. Se
DEEPAR_INFERENCE_CONFIG estiver ausente no ambiente de contêiner, o contêiner de inferência 
usará o seguinte padrão:

{ 
    "num_samples": 100, 
    "output_types": ["mean", "quantiles"], 
    "quantiles": ["0.1", "0.2", "0.3", "0.4", "0.5", "0.6", "0.7", "0.8", "0.9"]
}

A saída também está no formato JSON Lines, com uma linha por previsão, em uma ordem idêntica 
à ordem de instâncias no arquivo de entrada correspondente. As previsões são codificadas como 
objetos idênticos àqueles retornados por respostas no modo de inferência online. Por exemplo:

{ "quantiles": { "0.1": [...], "0.2": [...] }, "samples": [...], "mean": [...] }

Observe que na configuração de TransformInput do SageMaker CreateTransformJob, os 
clientes da solicitação devem definir explicitamente o valor de AssembleWith como Line, pois o 
valor padrão None concatena todos os objetos JSON na mesma linha.

Por exemplo, veja a seguir uma solicitação CreateTransformJob do SageMaker para um trabalho 
do DeepAR com uma DEEPAR_INFERENCE_CONFIG personalizada:

{ 
   "BatchStrategy": "SingleRecord", 
   "Environment": {  
      "DEEPAR_INFERENCE_CONFIG" : "{ \"num_samples\": 200, \"output_types\": [\"mean
\"] }", 
      ... 
   }, 
   "TransformInput": { 
      "SplitType": "Line", 
      ... 
   }, 
   "TransformOutput": {  
      "AssembleWith": "Line", 
      ... 
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   }, 
   ...
}

Algoritmos integrados não supervisionados do SageMaker

O Amazon SageMaker fornece vários algoritmos integrados que podem ser usados para uma 
variedade de tarefas de aprendizado não supervisionado, como agrupamento, redução de 
dimensões, reconhecimento de padrões e detecção de anomalias.

• IP Insights: aprende os padrões de uso dos endereços IPv4. Ele é projetado para capturar 
associações entre endereços IPv4 e várias entidades, como IDs de usuários ou números de 
contas.

• Algoritmo k-means: encontra agrupamentos distintos dentro dos dados, em que os membros de 
um grupo sejam o mais semelhantes possível entre eles e o mais diferentes possível dos membros 
de outros grupos.

• Algoritmo de Análise de componente principal (PCA): reduz a dimensionalidade (número de 
atributos) em um conjunto de dados projetando pontos de dados nos primeiros componentes 
principais. O objetivo é reter o máximo possível de informações ou variações. Para matemáticos, 
os componentes principais são os autovetores da matriz de covariância dos dados.

• Algoritmo RCF (Random Cut Forest): detecta pontos de dados anômalos em um conjunto de 
dados que divergem de dados bem estruturados ou padronizados.

Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

IP Insights treinamen 
to e 
(opcional 
mente) 
validação

Arquivo CSV CPU ou 
GPU

Sim

K-Means treinamen 
to e 
(opcional 

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU ou 
GPUCommon 
(disposit 

Não
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

mente) 
teste

ivo de 
GPU única 
em uma 
ou mais 
instâncias)

PCA treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

GPU ou 
CPU

Sim

Random 
Cut Forest

treinamen 
to e 
(opcional 
mente) 
teste

Arquivo ou 
Pipe

recordIO- 
protobuf ou 
CSV

CPU Sim

IP Insights

O IP Insights do Amazon SageMaker é um algoritmo de aprendizado não supervisionado que 
aprende os padrões de uso de endereços IPv4. Ele é projetado para capturar associações entre 
endereços IPv4 e várias entidades, como IDs de usuários ou números de contas. Você pode usá-
lo para identificar um usuário que tenta fazer login em um serviço da web a partir de um endereço 
IP anormal, por exemplo. Outro exemplo de aplicação é usá-lo para identificar uma conta que está 
tentando criar recursos de computação a partir de um endereço IP incomum. Os modelos treinados 
do Insight IP podem ser hospedados em um endpoint para fazer previsões em tempo real ou usados 
para processar transformações em lote

O IP Insights do SageMaker ingere dados históricos como pares (entidade, endereço IPv4) e 
aprende os padrões de uso de IP de cada entidade. Quando consultado sobre um evento (entidade, 
endereço IPv4), um modelo IP Insights do SageMaker retorna uma pontuação que infere quão 
anômalo é o padrão do evento. Por exemplo, quando um usuário tenta fazer login de um endereço 
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IP, se a pontuação do IP Insights for alta o suficiente, um servidor de login da web poderá optar por 
disparar um sistema de autenticação multifator. Em soluções mais avançadas, você pode inserir a 
pontuação do IP Insights em outro modelo de machine learning. Por exemplo, você pode combinar 
a pontuação do IP Insight com outros recursos para classificar as descobertas de outro sistema de 
segurança, como as do Amazon GuardDuty.

O algoritmo IP Insights do SageMaker também pode aprender representações vetoriais de 
endereços IP, conhecidas como incorporações. Você pode usar incorporações codificadas por 
vetor como recursos em tarefas de descendentes de machine learning que usam as informações 
observadas nos endereços IP. Por exemplo, você pode usá-las em tarefas como medir semelhanças 
entre endereços IP em tarefas de agrupamento e visualização.

Tópicos

• Interface de entrada/saída para o algoritmo IP Insights

• Recomendação de instâncias do EC2 para o algoritmo IP Insights

• Blocos de anotações de amostra de IP Insights

• Como funciona o IP Insights

• Hiperparâmetros do IP Insights

• Ajustar um modelo IP Insights

• Formatos de dados para IP Insights

Interface de entrada/saída para o algoritmo IP Insights

Treinamento e validação

O algoritmo IP Insights do SageMaker oferece suporte para canais de dados de treinamento e 
validação. Ele usa o canal de validação opcional para calcular uma pontuação de área abaixo da 
curva (AUC) em uma estratégia de amostragem negativa predefinida. A métrica AUC valida o quão 
bem o modelo discrimina entre amostras positivas e negativas. Os tipos de conteúdo de dados de 
treinamento e validação precisam estar no formato text/csv. A primeira coluna dos dados CSV é 
uma string opaca que fornece um identificador exclusivo para a entidade. A segunda coluna é um 
endereço IPv4 em notação de pontos decimais. No momento, o IP Insights oferece suporte apenas 
para o modo de Arquivo. Para obter mais informações e alguns exemplos, consulte Formatos de 
dados de treinamento para IP Insights.

Inferência
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Para inferência, o IP Insights é compatível com os tipos de conteúdo de dados text/csv,
application/json e application/jsonlines. Para obter mais informações sobre os formatos 
de dados comuns para inferência fornecidos pelo SageMaker, consulte Formatos de dados comuns 
para inferência. A inferência do IP Insights retorna a saída formatada como application/json
ou application/jsonlines. Cada registro nos dados de saída contém o dot_product
correspondente (ou pontuação de compatibilidade) para cada ponto de dados de entrada. Para obter 
mais informações e alguns exemplos, consulte Formatos de dados de inferência para IP Insights.

Recomendação de instâncias do EC2 para o algoritmo IP Insights

O algoritmo IP Insights do SageMaker pode ser executado em instâncias de GPU e CPU. 
Para trabalhos de treinamento, recomendamos o uso de instâncias de GPU. No entanto, para 
determinadas cargas de trabalho com grandes conjuntos de dados de treinamento, instâncias de 
CPU distribuídas podem reduzir os custos de treinamento. Para inferência, recomendamos o uso de 
instâncias de CPU. O IP Insights oferece suporte às famílias de GPU P2, P3, G4dn e G5.

Instâncias de GPU para o algoritmo IP Insights

O IP Insights oferece suporte para todas as GPUs disponíveis. Se você precisar acelerar o 
treinamento, recomendamos começar com uma única instância de GPU, como ml.p3.2xlarge, e 
depois mudar para um ambiente de várias GPUs, como ml.p3.8xlarge e ml.p3.16xlarge. GPUs 
múltiplas dividem automaticamente os minilotes de dados de treinamento entre si. Se você alternar 
de uma GPU única para GPUs múltiplas, mini_batch_size será dividido igualmente entre o 
número de GPUs usadas. Convém aumentar o valor de mini_batch_size para compensar isso.

Instâncias de CPU para o algoritmo IP Insights

O tipo de instância de CPU recomendado depende em grande parte da memória disponível da 
instância e do tamanho do modelo. O tamanho do modelo é determinado por dois hiperparâmetros:
vector_dim e num_entity_vectors. O tamanho máximo do modelo com suporte é de 8 GB. A 
tabela a seguir lista os tipos de instância do EC2 típicos que você pode implantar com base nesses 
parâmetros de entrada para vários tamanhos de modelo. Na Tabela 1, o valor para vector_dim
na primeira coluna varia de 32 a 2048, e os valores para num_entity_vectors na primeira linha 
variam de 10.000 a 50.000.000.
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vector_di 
m  \
num_entit 
y_vectors

.

10.000 50.000 100.000 500.000 1.000.000 5,000,000 10,000,00 
0

50,000,00 
0

32 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.xla 
rge

ml.m5.2xl 
arge

ml.m5.4xl 
arge

64 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.2xl 
arge

ml.m5.2xl 
arge

 

128 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.2xl 
arge

ml.m5.4xl 
arge

 

256 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.xla 
rge

ml.m5.4xl 
arge

   

512 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.2xl 
arge

     

1024 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.xla 
rge

ml.m5.4xl 
arge

     

2048 ml.m5.lar 
ge

ml.m5.lar 
ge

ml.m5.xla 
rge

ml.m5.xla 
rge

       

Os valores para os hiperparâmetros mini_batch_size, num_ip_encoder_layers,
random_negative_sampling_rate e shuffled_negative_sampling_rate também afetam 
a quantidade de memória necessária. Se esses valores forem grandes, talvez seja necessário usar 
um tipo de instância maior que o normal.

Blocos de anotações de amostra de IP Insights

Para um bloco de anotações de amostra que demonstra como treinar o algoritmo IP Insights do 
SageMaker e realizar inferências com ele, consulte Uma introdução ao algoritmo IP Insights do 
SageMaker . Para obter instruções sobre como criar e acessar instâncias do bloco de anotações 
Jupyter que podem ser usadas para executar o exemplo no SageMaker, consulte Instâncias do 
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Amazon SageMaker Notebook. Depois de criar uma instância de bloco de anotações, escolha a guia
Exemplos do SageMaker para ver uma lista de todos os exemplos do SageMaker. Para abrir um 
bloco de anotações, escolha sua guia Use (Uso) e depois escolha Create copy (Criar cópia).

Como funciona o IP Insights

O IP Insights do Amazon SageMaker é um algoritmo não supervisionado que consome dados 
observados na forma de pares (entidade, endereço IPv4) e que associa entidades a endereços 
IP. O IP Insights determina a probabilidade de uma entidade usar um determinado endereço IP, 
aprendendo representações vetoriais latentes para entidades e endereços IP. A distância entre 
essas duas representações pode servir como substituto para a probabilidade dessa associação.

O algoritmo IP Insights usa uma rede neural para aprender as representações de vetores latentes 
para entidades e endereços IP. Primeiramente, as entidades são codificadas em hash para um 
espaço de hash grande, mas fixo, e depois codificadas por uma camada de incorporação simples. As 
strings de caracteres, como nomes de usuário ou IDs de conta, podem ser alimentadas diretamente 
no IP Insights à medida que aparecem nos arquivos de log. Você não precisa pré-processar os 
dados para identificadores de entidade. É possível fornecer entidades como um valor de string 
arbitrário durante o treinamento e a inferência. O tamanho do hash deve ser configurado com 
um valor que seja alto o suficiente para garantir que o número de colisões, que ocorrem quando 
entidades distintas são mapeadas para o mesmo vetor latente, permaneça insignificante. Para obter 
mais informações sobre como selecionar tamanhos de hash apropriados, consulte Hash de recursos 
para aprendizagem multitarefas em grande escala. Por outro lado, para representar endereços IP, 
o IP Insights usa uma rede de codificadores especialmente projetada para representar de maneira 
exclusiva cada possível endereço IPv4, explorando a estrutura de prefixo dos endereços IP.

Durante o treinamento, o IP Insights gera automaticamente amostras negativas, emparelhando 
entidades e endereços IP aleatoriamente. Essas amostras negativas representam dados com a 
menor probabilidade de ocorrer em uma situação real. O modelo é treinado para discriminar entre 
amostras positivas que são observadas nos dados de treinamento e essas amostras negativas 
geradas. Mais especificamente, o modelo é treinado para minimizar a entropia cruzada, também 
conhecida como perda de log, definida da seguinte maneira:
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yn é o rótulo que indica se a amostra é da distribuição real que governa os dados observados (yn=1) 
ou da distribuição gerando amostras negativas (yn=0). pn é a probabilidade de que a amostra seja da 
distribuição real, conforme previsto pelo modelo.

A geração de amostras negativas é um processo importante usado para obter um modelo preciso 
dos dados observados. Se amostras negativas forem extremamente improváveis, por exemplo, 
se todos os endereços IP em amostras negativas forem 10.0.0.0, o modelo aprenderá trivialmente 
a distinguir amostras negativas e não conseguirá caracterizar com precisão o conjunto de dados 
real observado. Para manter as amostras negativas mais realistas, o IP Insights gera amostras 
negativas gerando endereços IP aleatoriamente e escolhendo endereços IP aleatoriamente dos 
dados de treinamento. Você pode configurar o tipo de amostragem negativa e as taxas nas quais as 
amostras negativas são geradas com os hiperparâmetros random_negative_sampling_rate e
shuffled_negative_sampling_rate.

Dado um enésimo (par de entidade, endereço IP), o modelo IP Insights produz uma pontuação, 
Sn, que indica o quão compatível é a entidade com o endereço IP. Essa pontuação corresponde à 
proporção de chances de log para uma determinada (entidade, endereço IP) do par proveniente de 
uma distribuição real em comparação com aquela proveniente de uma distribuição negativa. Ela é 
definida da seguinte maneira:

A pontuação é essencialmente uma medida da semelhança entre as representações vetoriais da 
enésima entidade e endereço IP. Isso pode ser interpretado como uma probabilidade muito maior de 
observar esse evento na realidade do que em um conjunto de dados gerado aleatoriamente. Durante 
o treinamento, o algoritmo usa essa pontuação para calcular uma estimativa da probabilidade de 
uma amostra proveniente da distribuição real, pn, para uso na minimização da entropia cruzada, em 
que:
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Hiperparâmetros do IP Insights

Na solicitação CreateTransformJob, é especificado o algoritmo de treinamento. Também é 
possível especificar hiperparâmetros específicos de algoritmo como mapas de string a string. A 
tabela a seguir lista os hiperparâmetros do algoritmo IP Insights do Amazon SageMaker.

Nome do parâmetro Descrição

num_entity_vectors O número de representações vetoriais de entidades 
(vetores de incorporação de entidades) a serem 
treinadas. Cada entidade no conjunto de treinamento é 
aleatoriamente atribuída a um desses vetores usando 
uma função de hash. Por causa de colisões de hash, 
é possível ter várias entidades atribuídas ao mesmo 
vetor. Isso faria com que o mesmo vetor represent 
asse várias entidades. Isso geralmente tem um efeito 
insignificante no desempenho do modelo, desde que 
a taxa de colisões não seja muito alta. Para manter a 
taxa de colisões baixa, defina esse valor o mais alto 
possível. No entanto, o tamanho do modelo e, portanto, 
o requisito de memória, tanto para treinamento quanto 
para inferência, são dimensionados linearmente com 
esse hiperparâmetro. Recomendamos que você defina 
esse valor como duas vezes o número de identific 
adores de entidade exclusivos.

Obrigatório

Valores válidos: 1 ≤ número inteiro positivo ≤ 250.000.0 
00

vector_dim O tamanho dos vetores de incorporação para represent 
ar entidades e endereços IP. Quanto maior o valor, 
mais informações podem ser codificadas usando essas 
representações. Na prática, o tamanho do modelo é 
dimensionado linearmente com esse parâmetro e limita 
o tamanho da dimensão. Além disso, usar represent 
ações vetoriais muito grandes pode causar o sobreajus 
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Nome do parâmetro Descrição

te do modelo, especialmente para conjuntos de dados 
de treinamento pequenos. O sobreajuste ocorre quando 
um modelo não aprende um padrão nos dados, mas 
memoriza efetivamente os dados de treinamento e, 
portanto, não pode generalizar bem e acaba apresenta 
ndo um desempenho ruim durante a inferência. O valor 
recomendado é 128.

Obrigatório

Valores válidos: 4 ≤ número inteiro positivo ≤ 4096

batch_metrics_publ 
ish_interval

O intervalo (a cada X lotes) no qual a função Speedomet 
er do Apache MXNet imprime a velocidade de treinamen 
to da rede (amostras/segundo).

Opcional

Valores válidos: número inteiro positivo ≥ 1

Valor padrão: 1,000

epochs O número de passagens nos dados de treinamento. O 
valor ideal depende do tamanho dos dados e da taxa de 
aprendizagem. Os valores típicos variam de 5 a 100.

Opcional

Valores válidos: número inteiro positivo ≥ 1

Valor padrão: 10
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Nome do parâmetro Descrição

learning_rate A taxa de aprendizagem do otimizador. O IP Insights 
usa um otimizador Adam baseado em queda de 
gradiente. A taxa de aprendizagem controla efetivame 
nte o tamanho das etapas para atualizar os parâmetro 
s do modelo em cada iteração. Uma taxa de aprendiza 
gem muito grande pode fazer com que o modelo seja 
divergente, pois é provável que o treinamento ultrapasse 
um limite mínimo. Por outro lado, uma taxa de aprendiza 
gem muito pequena retarda a convergência. Os valores 
típicos variam de 1e-4 a 1e-1.

Opcional

Valores válidos: 1e-6 ≤ flutuante ≤ 10.0

Valor padrão: 0.001

mini_batch_size O número de exemplos em cada minilote. O procedime 
nto de treinamento processa os dados em minilotes 
. O valor ideal depende do número de identificadores 
de conta exclusivos no conjunto de dados. Em geral, 
quanto maior mini_batch_size , mais rápido é o 
treinamento e maior é o número de possíveis combinaçõ 
es de amostras negativas embaralhadas. No entanto, 
com um mini_batch_size  grande, é mais provável 
que o treinamento acabe convergindo para um mínimo 
local ruim e tenha um desempenho relativamente pior 
para inferência.

Opcional

Valores válidos: 1 ≤ número inteiro positivo ≤ 500000

Valor padrão: 10,000
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Nome do parâmetro Descrição

num_ip_encoder_layers O número de camadas totalmente conectadas usadas 
para codificar a incorporação do endereço IP. Quanto 
maior o número de camadas, maior a capacidade do 
modelo de capturar padrões entre endereços IP. No 
entanto, usar um número grande de camadas aumenta 
a chance de sobreajuste.

Opcional

Valores válidos: 0 ≤ número inteiro positivo ≤ 100

Valor padrão: 1

random_negative_sa 
mpling_rate

O número de amostras negativas aleatórias, R, a 
serem geradas por exemplo de entrada. O procedime 
nto de treinamento depende de amostras negativas 
para evitar que as representações vetoriais do modelo 
colapsem em um único ponto. A amostragem negativa 
aleatória gera R endereços IP aleatórios para cada 
conta de entrada no minilote. A soma de random_ne 
gative_sampling_rate  (R) e shuffled_ 
negative_sampling_rate  (S) deve estar no 
intervalo: 1 ≤ R + S ≤ 500.

Opcional

Valores válidos: 0 ≤ número inteiro positivo ≤ 500

Valor padrão: 1

Usar algoritmos internos 3032



Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Descrição

shuffled_negative_ 
sampling_rate

O número de amostras negativas embaralhadas, S, 
a serem geradas por exemplo de entrada. Em alguns 
casos, é útil usar amostras negativas mais realistas 
e escolhidas aleatoriamente dos próprios dados de 
treinamento. Esse tipo de amostragem negativa é obtida 
ao embaralhar os dados em um minilote. A amostrage 
m negativa aleatória gera S endereços IP negativos 
, embaralhando os pares de endereços IP e contas 
em um minilote. A soma de random_negative_sa 
mpling_rate  (R) e shuffled_negative_ 
sampling_rate  (S) deve estar no intervalo: 1 ≤ R + 
S ≤ 500.

Opcional

Valores válidos: 0 ≤ número inteiro positivo ≤ 500

Valor padrão: 1

weight_decay O coeficiente de degradação do peso. Esse parâmetro 
adiciona um fator de regularização L2 necessário para 
evitar que o modelo cause o sobreajuste dos dados de 
treinamento.

Opcional

Valores válidos: 0.0 ≤ flutuante ≤ 10.0

Valor padrão: 0.00001

Ajustar um modelo IP Insights

O ajuste de modelo automático, também chamado de ajuste de hiperparâmetros, localiza a melhor 
versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros no 
seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
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calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo IP Insights

O algoritmo IP Insights do Amazon SageMaker é um algoritmo de aprendizado não supervisionado 
que aprende associações entre endereços IP e entidades. O algoritmo treina um modelo 
discriminador, que aprende a separar pontos de dados observados (amostras positivas) de pontos 
de dados gerados aleatoriamente (amostras negativas). O ajuste automático do modelo no IP 
Insights ajuda a encontrar o modelo capas de distinguir com mais precisão entre dados de validação 
não rotulados e amostras negativas automaticamente geradas. A precisão do modelo no conjunto de 
dados de validação é medida pela área sob a curva de característica de operação do receptor. Essa 
métrica validation:discriminator_auc pode ter valores entre 0,0 e 1,0, em que 1,0 indica 
precisão perfeita.

O algoritmo IP Insights computa uma métrica validation:discriminator_auc durante a 
validação, cujo valor é usado como a função objetiva para otimizar o ajuste de hiperparâmetros.

Nome da métrica Descrição Direção de otimização

validatio 
n:discrim 
inator_auc

Área sob a curva de característica de operação 
do receptor no conjunto de dados de validação 
. O conjunto de dados de validação não é 
rotulado. A área sob a curva (AUC) é uma 
métrica que descreve a capacidade do modelo 
de discriminar pontos de dados de validação 
usando pontos de dados gerados aleatoria 
mente.

Maximizar

Hiperparâmetros ajustáveis do IP Insights

Você pode ajustar os seguintes hiperparâmetros para o algoritmo IP Insights do SageMaker.
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

epochs IntegerParameterRange MinValue: 1, 
MaxValue: 100

learning_rate ContinuousParameterRange MinValue: 1e-4, 
MaxValue: 0.1

mini_batch_size IntegerParameterRanges MinValue: 100, 
MaxValue: 50000

num_entit 
y_vectors

IntegerParameterRanges MinValue: 10000, 
MaxValue: 1000000

num_ip_en 
coder_layers

IntegerParameterRanges MinValue: 1, 
MaxValue: 10

random_ne 
gative_sa 
mpling_rate

IntegerParameterRanges MinValue: 0, 
MaxValue: 10

shuffled_ 
negative_ 
sampling_rate

IntegerParameterRanges MinValue: 0, 
MaxValue: 10

vector_dim IntegerParameterRanges MinValue: 8, 
MaxValue: 256

weight_decay ContinuousParameterRange MinValue: 0.0, 
MaxValue: 1.0

Formatos de dados para IP Insights

Esta seção fornece exemplos dos formatos de dados de entrada e saída disponíveis usados pelo 
algoritmo IP Insights durante treinamentos e inferências.

Tópicos
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• Formatos de dados de treinamento para IP Insights

• Formatos de dados de inferência para IP Insights

Formatos de dados de treinamento para IP Insights

A seguir estão os formatos de entrada de dados disponíveis para o algoritmo IP Insights. Os 
algoritmos integrados do Amazon SageMaker aderem ao formato comum de treinamento de entrada 
descrito em Formatos de dados comuns para treinamento. No entanto, o algoritmo IP Insights do 
SageMaker oferece atualmente suporte apenas ao formato de entrada de dados CSV.

Formatos de entrada de dados de treinamento para IP Insights

ENTRADA: CSV

O arquivo CSV deve ter duas colunas. A primeira coluna é uma string opaca que corresponde ao 
identificador exclusivo de uma entidade. A segunda coluna é o endereço IPv4 do evento de acesso 
da entidade na notação de pontos decimais.

content-type: text/csv

entity_id_1, 192.168.1.2
entity_id_2, 10.10.1.2

Formatos de dados de inferência para IP Insights

Veja a seguir os formatos de entrada e saída disponíveis para o algoritmo de IP Insights. Os 
algoritmos integrados do Amazon SageMaker aderem ao formato comum de inferência de entrada 
descrito em Formatos de dados comuns para inferência. No entanto, o algoritmo IP Insights do 
SageMaker atualmente não oferece suporte ao formato RecordIO.

Formatos de solicitação de entrada para IP Insights

ENTRADA: Formato CSV

O arquivo CSV deve ter duas colunas. A primeira coluna é uma string opaca que corresponde ao 
identificador exclusivo de uma entidade. A segunda coluna é o endereço IPv4 do evento de acesso 
da entidade na notação de pontos decimais.

content-type: text/csv
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entity_id_1, 192.168.1.2
entity_id_2, 10.10.1.2

ENTRADA: Formato JSON

Os dados JSON podem ser fornecidos em diferentes formatos. O IP Insights segue os formatos 
comuns do SageMaker. Para obter mais informações sobre formatos de inferência, consulte
Formatos de dados comuns para inferência.

content-type: application/json

{ 
  "instances": [ 
    {"data": {"features": {"values": ["entity_id_1", "192.168.1.2"]}}}, 
    {"features": ["entity_id_2", "10.10.1.2"]} 
  ]
}

ENTRADA: Formato JSONLINES

O tipo de conteúdo JSON Lines é útil para realizar trabalhos de transformação em lote. Para 
obter mais informações sobre os formatos de inferência do SageMaker, consulte Formatos de 
dados comuns para inferência. Para obter mais informações sobre a execução de trabalhos de 
transformação em lote, consulte Usar transformação em lote.

content-type: application/jsonlines

{"data": {"features": {"values": ["entity_id_1", "192.168.1.2"]}}},
{"features": ["entity_id_2", "10.10.1.2"]}]

Formatos de resposta de saída para IP Insights

SAÍDA: Formato de resposta JSON

A saída padrão do algoritmo IP Insights do SageMaker é o dot_product entre a entidade de 
entrada e o endereço IP. O dot_product significa quão compatíveis o modelo considera a entidade 
e o endereço IP. O dot_product é não vinculado. Para fazer previsões sobre se um evento 
é anômalo, você precisa estipular um limite com base na sua distribuição definida. Para obter 
informações sobre como usar o dot_product para detecção de anomalias, consulte Uma 
introdução ao algoritmo IP Insights do SageMaker.
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accept: application/json

{ 
  "predictions": [ 
    {"dot_product": 0.0}, 
    {"dot_product": 2.0} 
  ]
}

Os usuários avançados podem acessar as incorporações de entidades e endereços IP aprendidas 
do modelo, fornecendo o parâmetro content-type verbose=True adicional ao cabeçalho Accept. É 
possível usar entity_embedding e ip_embedding para depurar, visualizar e entender o modelo. 
Além disso, você pode usar essas incorporações em outras técnicas de machine learning, como 
classificação ou agrupamento.

accept: application/json;verbose=True

{ 
  "predictions": [ 
    { 
        "dot_product": 0.0, 
        "entity_embedding": [1.0, 0.0, 0.0], 
        "ip_embedding": [0.0, 1.0, 0.0] 
    }, 
    { 
        "dot_product": 2.0, 
        "entity_embedding": [1.0, 0.0, 1.0], 
        "ip_embedding": [1.0, 0.0, 1.0] 
    } 
  ]
}

SAÍDA: Formato de resposta JSONLINES

accept: application/jsonlines

{"dot_product": 0.0}
{"dot_product": 2.0}

accept: application/jsonlines; verbose=True
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{"dot_product": 0.0, "entity_embedding": [1.0, 0.0, 0.0], "ip_embedding": [0.0, 1.0, 
 0.0]}
{"dot_product": 2.0, "entity_embedding": [1.0, 0.0, 1.0], "ip_embedding": [1.0, 0.0, 
 1.0]}

Algoritmo k-means

O k-means é um algoritmo de aprendizagem não supervisionada. Ele tenta encontrar agrupamentos 
distintos dentro dos dados, em que os membros de um grupo sejam o mais semelhantes possível 
entre eles e o mais diferentes possível dos membros de outros grupos. Você define os atributos a ser 
usados para determinar similaridade.

O Amazon SageMaker usa uma versão modificada do algoritmo de clustering k-means na escala da 
web. Em comparação com a versão original do algoritmo, a versão usada pelo Amazon SageMaker 
é mais precisa. Como o algoritmo original, ele pode ser dimensionado para grandes conjuntos 
de dados e fornece melhorias no tempo de treinamento. Para fazer isso, a versão usada pelo 
Amazon SageMaker faz streaming de minilotes (subconjuntos pequenos e aleatórios) dos dados 
de treinamento. Para obter mais informações sobre k-means de minilotes, consulte o artigo sobre
Agrupamento de k-means na escala da web.

O algoritmo k-means espera dados tabulares, em que as linhas representam as observações a ser 
agrupadas, e as colunas, os atributos das observações. Os atributos n em cada linha representam 
um ponto no espaço n-dimensional. A distância euclidiana entre esses pontos representa a 
similaridade das observações correspondentes. O algoritmo agrupa as observações com valores de 
atributo semelhantes (em que os pontos correspondentes a essas observações são mais próximos). 
Para obter mais informações sobre como o k-means funciona no Amazon SageMaker, consulte
Como funciona o clustering do k-means.

Tópicos

• Interface de entrada/saída para o algoritmo k-means

• Recomendação de instâncias do EC2 para o algoritmo k-means

• Blocos de anotações de amostra do k-means

• Como funciona o clustering do k-means

• Hiperparâmetros do k-means

• Ajustar um modelo k-means

• Formatos de resposta do k-means
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Interface de entrada/saída para o algoritmo k-means

Para treinamento, o algoritmo k-means espera que os dados sejam fornecidos no canal de
treinamento (S3DataDistributionType=ShardedByS3Key recomendado), com um canal 
de teste opcional (S3DataDistributionType=FullyReplicated recomendado) nos quais 
pontuar os dados. Ambos os formatos recordIO-wrapped-protobuf e CSV têm suporte 
para treinamento. É possível usar o modo de Arquivo ou de Pipe para treinar modelos em dados 
formatados como recordIO-wrapped-protobuf ou CSV.

Para a inferência, text/csv, application/json e application/x-recordio-protobuf são 
compatíveis. O k-means retorna um rótulo closest_cluster e o distance_to_cluster para 
cada observação.

Para obter mais informações sobre formatos de arquivo de entrada e saída, consulte Formatos 
de resposta do k-means para inferência e os Blocos de anotações de amostra do k-means. O 
algoritmo k-means não oferece suporte ao aprendizado de várias instâncias, em que o conjunto de 
treinamento consiste em “bolsas” rotuladas, sendo que cada uma delas é uma coleção de instâncias 
não rotuladas.

Recomendação de instâncias do EC2 para o algoritmo k-means

Recomendamos o treinamento do k-means em instâncias de CPU. Você pode treiná-lo em instâncias 
de GPU, mas deve limitar o treinamento de GPU às instâncias de GPU única (como ml.g4dn.xlarge), 
porque apenas uma GPU é usada por instância. O algoritmo k-means oferece suporte às instâncias 
de P2, P3, G4dn e G5 para treinamento e inferência.

Blocos de anotações de amostra do k-means

Para um bloco de anotações de amostra que usa o algoritmo k-means do SageMaker para 
segmentar a população dos condados dos Estados Unidos pelos atributos identificados usando 
análises de componentes de princípios, consulte Analisar dados de censo dos EUA para 
segmentação de população usando o Amazon SageMaker. Para obter instruções sobre como criar e 
acessar instâncias do bloco de anotações Jupyter que você pode utilizar para executar o exemplo no 
SageMaker, consulte Instâncias do Amazon SageMaker Notebook. Depois de criar uma instância de 
bloco de anotações Jupyter e abri-la, selecione a guia Exemplos do SageMaker para ver uma lista de 
todas as amostras do SageMaker. Para abrir um bloco de anotações, clique em sua guia Use (Uso) e 
selecione Create copy (Criar cópia).
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Como funciona o clustering do k-means

O k-means é um algoritmo que treina um modelo para agrupar objetos semelhantes. Para isso, 
ele mapeia cada observação no conjunto de dados de entrada para um ponto no espaço de n
dimensões (em que n é o número de atributos da observação). Por exemplo, o conjunto de dados 
pode conter observações de temperatura e umidade de um determinado local, que são mapeados 
para os pontos t, u em um espaço de 2 dimensões (bidimensional).

Note

Algoritmos de clustering não são supervisionados. Na aprendizagem não supervisionada, os 
rótulos que podem ser associados aos objetos do conjunto de dados de treinamento não são 
usados. Para obter mais informações, consulte Aprendizado não supervisionado.

No clustering de k-means, cada cluster tem um centro. Durante o treinamento de modelo, o algoritmo 
k-means usa a distância do ponto correspondente a cada observação no conjunto de dados até os 
centros dos clusters como base para o agrupamento. Você escolhe o número de clusters (k) a ser 
criado.

Por exemplo, digamos que você queira criar um modelo para reconhecer dígitos manuscritos e 
escolhe o conjunto de dados do MNIST para treinamento. O conjunto de dados fornece milhares de 
imagens de dígitos manuscritos (de 0 a 9). Neste exemplo, você pode optar por criar 10 clusters, um 
para cada dígito (0, 1,..., 9). Como parte do treinamento de modelo, o algoritmo k-means agrupa as 
imagens de entrada em 10 clusters.

O tamanho em pixels de cada imagem no conjunto de dados do MNIST é 28 x 28, totalizando 784 
pixels. Cada imagem corresponde a um ponto em um espaço de 784 dimensões, semelhante a um 
ponto em um espaço de 2 dimensões 2 (x, y). Para localizar um cluster ao qual um ponto pertence, 
o algoritmo k-means localiza a distância desse ponto a partir de todos os centros dos clusters. Em 
seguida, ele escolhe o cluster com o centro mais próximo como aquele ao qual a imagem pertence.

Note

O Amazon SageMaker usa uma versão personalizada do algoritmo, em que, em vez de 
especificar que o algoritmo deve criar clusters k, você pode optar por melhorar a precisão do 
modelo. Basta especificar centros de clusters adicionais (K = k*x). No entanto, o algoritmo, 
em última análise, reduz tais centros para clusters k.
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No SageMaker, você especifica o número de clusters ao criar um trabalho de treinamento. Para obter 
mais informações, consulte CreateTrainingJob. No corpo da solicitação, adicione o mapa de 
strings HyperParameters para especificar as strings k e extra_center_factor.

Veja a seguir um resumo de como o k-means funciona para treinamento de modelos no SageMaker:

1. Ele determina os centros de clusters K iniciais.

Note

Nos tópicos a seguir, os clusters K referem-se a k* x, em que você especifica k e x ao criar 
um trabalho de treinamento de modelo.

2. Ele faz a iteração dos dados de treinamento de entrada e recalcula os centros de clusters.

3. Ele reduz os clusters resultantes para k (se o cientista de dados tiver especificado a criação de 
clusters k* x na solicitação).

As seguintes seções também explicam alguns dos parâmetros que um cientista de dados pode 
especificar para configurar um trabalho de treinamento de modelo como parte do mapa de strings
HyperParameters.

Tópicos

• Etapa 1: Determinação dos centros de clusters iniciais

• Etapa 2: Iteração do conjunto de dados de treinamento e cálculo dos centros de clusters

• Etapa 3: Redução dos clusters de K para k

Etapa 1: Determinação dos centros de clusters iniciais

Ao usar o k-means no SageMaker, os centros de clusters iniciais são escolhidos dentre as 
observações de um lote pequeno amostrado aleatoriamente. Escolha uma das seguintes estratégias 
para determinar como esses centros de clusters iniciais serão selecionados:

• A abordagem aleatória—Escolha aleatoriamente K observações em seu conjunto de dados de 
entrada como centros de clusters. Por exemplo, você pode escolher um centro de cluster que 
aponte para o espaço de 784 dimensões que, por sua vez, corresponde a quaisquer 10 imagens 
do conjunto de dados de treinamento do MNIST.

• A abordagem k-means++, que funciona da seguinte forma:
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1. Comece com um cluster e determine seu centro. Selecione aleatoriamente uma observação 
do seu conjunto de dados de treinamento e use o ponto correspondente à observação como 
centro do cluster. Por exemplo, no conjunto de dados do MNIST, escolha aleatoriamente uma 
imagem de dígito manuscrito. Em seguida, escolha o ponto no espaço de 784 dimensões que 
corresponde à imagem como centro do cluster. Esse é o centro do cluster 1.

2. Determine o centro do cluster 2. Dentre as demais observações do conjunto de dados de 
treinamento, escolha uma aleatoriamente. Escolha uma que seja diferente da selecionada 
anteriormente. Essa observação corresponde a um ponto que está distante do centro do cluster 
1. Usando o conjunto de dados do MNIST como exemplo, faça o seguinte:

• Para cada uma das imagens restantes, encontre a distância do ponto correspondente a partir 
do centro do cluster 1. Eleve a distância ao quadrado e atribua uma probabilidade que seja 
proporcional a esse resultado. Dessa forma, uma imagem diferente da que você selecionou 
anteriormente terá mais probabilidade de ser selecionada como centro do cluster 2.

• Escolha uma das imagens aleatoriamente, com base nas probabilidades atribuídas na etapa 
anterior. O ponto que corresponde à imagem é o centro do cluster 2.

3. Repita a etapa 2 para encontrar o centro do cluster 3. Dessa vez, encontre as distâncias das 
imagens restantes a partir do centro do cluster 2.

4. Repita o processo até que você tenha os centros de clusters K.

Para treinar um modelo no SageMaker, crie um trabalho de treinamento. Na solicitação, forneça as 
informações de configuração especificando os seguintes mapas de strings HyperParameters:

• Para especificar o número de clusters a ser criado, adicione a string k.

• Para mais precisão, adicione a string opcional extra_center_factor.

• Para especificar a estratégia a ser usada para determinar os centros de clusters iniciais, adicione a 
string init_method e defina seu valor como random ou k-means++.

Para obter mais informações sobre o estimador de k-means do SageMaker, consulte K-means na 
documentação do Amazon SageMaker Python SDK.

Agora, você tem um conjunto inicial de centros de clusters.

Etapa 2: Iteração do conjunto de dados de treinamento e cálculo dos centros de clusters

Os centros de clusters que você criou na etapa anterior são, em sua maioria, aleatórios, com 
algumas considerações para o conjunto de dados de treinamento. Nesta etapa, use o conjunto de 
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dados de treinamento para mover esses centros para os centros de clusters reais. O algoritmo itera o 
conjunto de dados de treinamento e recalcula os centros de clusters K.

1. Leia um minilote de observações (um pequeno subconjunto de todos os registros, escolhido 
aleatoriamente) a partir do conjunto de dados de treinamento e faça o seguinte.

Note

Ao criar um trabalho de treinamento de modelo, especifique o tamanho do lote na string
mini_batch_size do mapa de strings HyperParameters.

a. Atribua todas as observações do minilote a um dos clusters que tiver o centro mais próximo.

b. Calcule o número de observações atribuído a cada cluster. Em seguida, calcule a proporção 
dos novos pontos atribuídos por cluster.

Por exemplo, considere os seguintes clusters:

Cluster c1 = 100 pontos atribuídos anteriormente. You adicionou 25 pontos do minilote 
nesta etapa.

Cluster c2 = 150 pontos atribuídos anteriormente. You adicionou 40 pontos do minilote 
nesta etapa.

Cluster c3 = 450 pontos atribuídos anteriormente. You adicionou 5 pontos do minilote nesta 
etapa.

Calcule a proporção dos novos pontos atribuídos a cada um dos clusters da seguinte forma:

p1 = proportion of points assigned to c1 = 25/(100+25)
p2 = proportion of points assigned to c2 = 40/(150+40)
p3 = proportion of points assigned to c3 = 5/(450+5)

c. Compute o centro dos novos pontos adicionados a cada cluster:

d1 = center of the new points added to cluster 1
d2 = center of the new points added to cluster 2
d3 = center of the new points added to cluster 3
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d. Compute a média ponderada para encontrar os centros de clusters atualizados da seguinte 
forma:

Center of cluster 1 = ((1 - p1) * center of cluster 1) + (p1 * d1)
Center of cluster 2 = ((1 - p2) * center of cluster 2) + (p2 * d2)
Center of cluster 3 = ((1 - p3) * center of cluster 3) + (p3 * d3)

2. Leia o próximo minilote e repita a etapa 1 para recalcular os centros de clusters.

3. Para obter mais informações sobre o k-means de minilotes, consulte Clustering de k-means na 
escala da web.

Etapa 3: Redução dos clusters de K para k

Se o algoritmo tiver criado clusters K—(K = k*x), em que x é maior que 1—então ele reduzirá os 
clusters K para clusters k. (Para obter mais informações, consulte extra_center_factor na 
discussão anterior.) Para fazer isso, ele aplica o método de Lloyd com inicialização kmeans++ aos 
centros de clusters K. Para obter mais informações sobre o método de Lloyd, consulte o artigo sobre
clustering de k-means.

Hiperparâmetros do k-means

Na solicitação CreateTrainingJob, é especificado o algoritmo de treinamento que você deseja 
utilizar. Também é possível especificar hiperparâmetros específicos de algoritmo como mapas 
de string a string. A tabela a seguir lista os hiperparâmetros do algoritmo de treinamento k-means 
fornecido pelo Amazon SageMaker. Para obter mais informações sobre como funciona o clustering 
de k-means, consulte Como funciona o clustering do k-means.

Nome do parâmetro Descrição

feature_dim O número de recursos nos dados de entrada.

Obrigatório

Valores válidos: inteiro positivo

k O número de clusters necessários.

Obrigatório
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Nome do parâmetro Descrição

Valores válidos: inteiro positivo

epochs O número de passagens realizadas nos dados de treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 1

eval_metrics Uma lista JSON de tipos de métrica usadas para relatar uma 
pontuação para o modelo. Os valores permitidos são msd
para desvio quadrado médio e ssd para a soma da distância 
quadrada. Se os dados de teste forem fornecidos, a pontuação 
será relatada para cada uma das métricas solicitadas.

Opcional

Valores válidos: [\"msd\"]  ou [\"ssd\"]  ou [\"msd\", 
\"ssd\"] .

Valor padrão: [\"msd\"]

extra_center_factor O algoritmo cria os centros K = num_clusters  * extra_cen 
ter_factor  durante sua execução e reduz o número de 
centros de K para k ao finalizar o modelo.

Opcional

Valores válidos: um número inteiro positivo ou auto.

Valor padrão: auto
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Nome do parâmetro Descrição

half_life_time_size Usado para determinar o peso dado a uma observação ao 
calcular uma média de cluster. Esse peso decai exponenci 
almente à medida que mais pontos são observados. Quando um 
ponto é observado pela primeira vez, é atribuído um peso de 1 
ao calcular a média do cluster. A constante de degradação para 
a função de decaimento exponencial é escolhida de modo que 
após observar half_life_time_size  pontos, seu peso 
seja de 1/2. Se definido como 0, não há degradação.

Opcional

Valores válidos: inteiro não negativo

Valor padrão: 0

init_method Método pelo qual o algoritmo escolhe os centros de cluster 
iniciais. A abordagem k-means padrão as escolhe aleatoria 
mente. Um método alternativo k-means++ escolhe o primeiro 
centro de cluster aleatoriamente. Em seguida, ele distribui a 
posição dos demais grupos iniciais ponderando a seleção de 
centros com uma distribuição de probabilidade proporcional ao 
quadrado da distância dos demais pontos de dados dos centros 
existentes.

Opcional

Valores válidos: random ou kmeans++.

Valor padrão: random
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Nome do parâmetro Descrição

local_lloyd_init_m 
ethod

O método de inicialização para o procedimento de maximização 
da expectativa (EM) de Lloyd utilizado para construir o modelo 
final contendo k centros.

Opcional

Valores válidos: random ou kmeans++.

Valor padrão: kmeans++

local_lloyd_max_iter O número máximo de iterações para o procedimento de 
maximização da expectativa (EM) de Lloyd utilizado para 
construir o modelo final contendo k centros.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 300

local_lloyd_num_tr 
ials

O número de vezes que o procedimento de maximização da 
expectativa (EM) de Lloyd com a menor perda é executado ao 
construir o modelo final contendo k centros.

Opcional

Valores válidos: um número inteiro positivo ou auto.

Valor padrão: auto

local_lloyd_tol A tolerância para a mudança na perda de interrupção precoce 
do procedimento de maximização da expectativa (EM) de Lloyd 
utilizada para construir o modelo final contendo k centros.

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 0.0001
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Nome do parâmetro Descrição

mini_batch_size O número de observações por minilote para o iterador de dados.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5000

Ajustar um modelo k-means

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

O algoritmo k-means do Amazon SageMaker é um algoritmo não supervisionado que agrupa dados 
em clusters cujos membros são os mais semelhantes possíveis entre si. Por não ser supervisionado, 
ele não usa um conjunto de dados de validação com o qual os hiperparâmetros podem otimizar. 
Porém, ele usa um conjunto de dados de teste e emite métricas que dependem da distância ao 
quadrado entre os pontos de dados e os centroides finais do cluster no final de cada execução 
de treinamento. Para encontrar o modelo que reporta os clusters mais apertados no conjunto de 
dados de teste, você pode usar um trabalho de ajuste de hiperparâmetros. Os clusters otimizam a 
similaridade de seus membros.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo k-means

O algoritmo k-means computa as seguintes métricas durante o treinamento. Ao ajustar um modelo, 
escolha uma dessas métricas como a métrica objetiva.
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Nome da métrica Descrição Direção de otimização

test:msd Média das distâncias quadradas entre cada 
registro no conjunto de teste e o centro mais 
próximo do modelo.

Minimizar

test:ssd Soma das distâncias quadradas entre cada 
registro no conjunto de teste e o centro mais 
próximo do modelo.

Minimizar

Hiperparâmetros ajustáveis de k-means

Ajuste o modelo k-means do Amazon SageMaker com os hiperparâmetros a seguir. 
Os hiperparâmetros que têm o maior impacto nas métricas objetivas de k-means são:
mini_batch_size, extra_center_factor e init_method. O ajuste do hiperparâmetro
epochs geralmente resulta em pequenas melhorias.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

epochs IntegerParameterRanges MinValue: 1, 
MaxValue:10

extra_cen 
ter_factor

IntegerParameterRanges MinValue: 4, 
MaxValue:10

init_method CategoricalParameterRanges ['kmeans++', 'random']

mini_batch_size IntegerParameterRanges MinValue: 3000, 
MaxValue:15000

Formatos de resposta do k-means

Todos os algoritmos integrados do SageMaker aderem ao formato de inferência de entrada comum 
descrito em Formatos de dados gerais – inferência. Este tópico contém uma lista dos formatos de 
saída disponíveis para o algoritmo k-means do SageMaker.
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Formato de resposta JSON

{ 
    "predictions": [ 
        { 
            "closest_cluster": 1.0, 
            "distance_to_cluster": 3.0, 
        }, 
        { 
            "closest_cluster": 2.0, 
            "distance_to_cluster": 5.0, 
        }, 

        .... 
    ]
}

Formato de resposta JSONLINES

{"closest_cluster": 1.0, "distance_to_cluster": 3.0}
{"closest_cluster": 2.0, "distance_to_cluster": 5.0}

Formato de resposta RECORDIO

[ 
    Record = { 
        features = {}, 
        label = { 
            'closest_cluster': { 
                keys: [], 
                values: [1.0, 2.0]  # float32 
            }, 
            'distance_to_cluster': { 
                keys: [], 
                values: [3.0, 5.0]  # float32 
            }, 
        } 
    }
]
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Formato de resposta CSV

O primeiro valor em cada linha corresponde a closest_cluster.

O segundo valor em cada linha corresponde a distance_to_cluster.

1.0,3.0
2.0,5.0

Algoritmo de Análise de componente principal (PCA)

O PCA é um algoritmo de machine learning não supervisionado que tenta reduzir a dimensionalidade 
(número de recursos) em um conjunto de dados enquanto mantém o maior número possível de 
informações. Para isso, ele encontra um novo conjunto de recursos chamados componentes, que 
são composições de recursos originais não correlacionados entre si. Eles também são limitados 
para que o primeiro componente represente a maior variabilidade possível nos dados, o segundo 
componente, a segunda maior variabilidade, e assim por diante.

No Amazon SageMaker, o PCA opera em dois modos, dependendo do cenário:

• regular: para conjuntos com dados esparsos e um número moderado de observações e recursos.

• randomized: para conjuntos de dados com um grande número de observações e recursos. Esse 
modo usa um algoritmo de aproximação.

O PCA usa dados tabulares.

As linhas representam as observações que você deseja incorporar em um menor espaço 
dimensional. As colunas representam os recursos para os quais você deseja encontrar uma 
aproximação reduzida. O algoritmo calcula a matriz de covariância (ou uma aproximação, de maneira 
distribuída) e, em seguida, executa a decomposição de valor singular no resumo em questão para 
produzir os principais componentes.

Tópicos

• Interface de entrada/saída para o algoritmo PCA

• Recomendação de instâncias do EC2 para o algoritmo PCA

• Blocos de anotações de amostra do PCA

• Como o PCA funciona

• Hiperparâmetros do PCA
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• Formatos de resposta do PCA

Interface de entrada/saída para o algoritmo PCA

Para treinamento, o PCA espera que os dados sejam fornecidos no canal de treinamento. 
Opcionalmente, é compatível com um conjunto de dados passado para o canal de teste, que é 
pontuado pelo algoritmo final. Ambos os formatos recordIO-wrapped-protobuf e CSV têm 
suporte para treinamento. É possível usar o modo de Arquivo ou de Pipe para treinar modelos em 
dados formatados como recordIO-wrapped-protobuf ou CSV.

Para inferência, text/csv, application/json e application/x-recordio-protobuf
são compatíveis no PCA. Os resultados são retornados no formato application/json ou
application/x-recordio-protobuf com um vetor de "projeções".

Para obter mais informações sobre formatos de arquivo de entrada e saída, consulte Formatos de 
resposta do PCA para inferência e os Blocos de anotações de amostra do PCA.

Recomendação de instâncias do EC2 para o algoritmo PCA

O PCA oferece suporte para instâncias de CPU e GPU para treinamento e inferência. O tipo de 
instância mais eficiente dependerá muito das especificidades dos dados de entrada. Para instâncias 
de GPU, o PCA oferece suporte para P2, P3, G4dn e G5.

Blocos de anotações de amostra do PCA

Para um caderno de exemplo que mostra como usar o algoritmo de Análise de componente principal 
do SageMaker para analisar as imagens de dígitos manuscritos de zero a nove no conjunto de dados 
MNIST, consulte Uma introdução ao PCA com o MNIST. Para obter instruções sobre como criar e 
acessar instâncias do bloco de anotações Jupyter que você pode usar para executar o exemplo no 
SageMaker, consulte Instâncias do Amazon SageMaker Notebook. Depois de criar uma instância do 
bloco de anotações Jupyter e abri-la, selecione a guia Exemplos do SageMaker para ver uma lista 
de todas as amostras do SageMaker. Os blocos de anotações de exemplo de modelagem de tópicos 
que usam os algoritmos NTM estão localizados na seção Introdução a algoritmos da Amazon. Para 
abrir um bloco de anotações, clique em sua guia Use (Uso) e selecione Create copy (Criar cópia).

Como o PCA funciona

A análise de componente principal (PCA) é um algoritmo de aprendizagem que reduz a 
dimensionalidade (número de recursos) em um conjunto de dados enquanto mantém o maior 
número possível de informações.
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Para reduzir a dimensionalidade, o algoritmo encontra um novo conjunto de recursos chamados
componentes, que são composições de recursos originais não correlacionados entre si. O primeiro 
componente representa a maior variabilidade possível nos dados, o segundo componente, a 
segunda maior variabilidade, e assim por diante.

É um algoritmo de redução de dimensionalidade não supervisionado. Na aprendizagem não 
supervisionada, os rótulos que podem ser associados aos objetos do conjunto de dados de 
treinamento não são usados.

Dada a entrada de uma matriz com as linhas
, 

cada uma de dimensão 1 * d, os dados são particionados em minilotes de linhas e distribuídos 
entre os nós de treinamento (trabalhadores). Cada operador calcula então um resumo dos seus 
dados. Depois, os resumos dos diferentes operadores são unificados em uma só solução no final do 
cálculo.

Modos

O algoritmo PCA do Amazon SageMaker usa um destes dois modos para calcular esses resumos, 
dependendo da situação:

• regular: para conjuntos com dados esparsos e um número moderado de observações e recursos.

• randomized: para conjuntos de dados com um grande número de observações e recursos. Esse 
modo usa um algoritmo de aproximação.

Como último passo, o algoritmo executa a decomposição de valor singular na solução unificada, de 
onde os principais componentes serão derivados.

Modo 1: Regular

Os trabalhadores calcula,

e

em conjunto.

Usar algoritmos internos 3054



Amazon SageMaker Guia do Desenvolvedor

Note

Como

são vetores de linha 1 * d,

é uma matriz (não um valor escalar). O uso de vetores de linha dentro do código permite 
obter um cache eficiente.

A matriz de covariância é calculada como
, 

e seus num_components principais vetores singulares formam o modelo.

Note

Se subtract_mean for False, evitamos o cálculo e a subtração de
.

Use esse algoritmo quando a dimensão d dos vetores for pequena o suficiente para que

caiba na memória.

Modo 2: Randomized

Quando o número de recursos no conjunto de dados de entrada é grande, usamos 
um método para aproximar a métrica de covariância. Para cada minilote de dimensão

,
b * d inicializamos aleatoriamente uma matriz (num_components + extra_components) 
* b que multiplicamos por cada minilote para criar uma matriz (num_components + 
extra_components) * d. A soma dessas matrizes é calculada pelos operadores, e os 
servidores executam a decomposição de valor singular na matriz final (num_components + 
extra_components) * d. Os vetores singulares num_components da parte superior direita dela 
são a aproximação dos vetores singulares da parte superior da matriz de entrada.

Deixe
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= num_components + extra_components. Dado um minilote

de dimensão b * d, o trabalhador desenha uma matriz aleatória

de dimensão
. 

Dependendo se o ambiente usa uma GPU ou CPU e do tamanho da dimensão, a 
matriz é uma matriz de sinal aleatória, em que cada entrada é +-1 ou uma FJLT (rápida 
transformação de Johnson Lindenstrauss). Para obter informações, consulte o artigo sobre
transformações FJLT e os documentos de acompanhamento. O trabalhador então calcula

e mantém
. 

O trabalhador também mantém
, 

a soma das colunas de

(T sendo o número total de minilotes) e s, a soma de todas as linhas de entrada. Depois de 
processar todo o estilhaço de dados, o operador envia o servidor B, h, s e n (o número de linhas de 
entrada).

Identifique as diferentes entradas para o servidor como

O servidor calcula B, h, s, n as somas das respectivas entradas. Em seguida, ele calcula

e encontra sua decomposição em valores singulares. Os vetores singulares da parte superior e os 
valores singulares de C são usados como a solução aproximada para o problema.

Hiperparâmetros do PCA

Na solicitação CreateTrainingJob, é especificado o algoritmo de treinamento. Também é 
possível especificar hiperparâmetros específicos de algoritmo como mapas de string a string. A 
tabela a seguir lista os hiperparâmetros do algoritmo de treinamento PCA fornecido pelo Amazon 
SageMaker. Para mais informações sobre como o PCA funciona, consulte Como o PCA funciona.

Nome do parâmetro Descrição

feature_dim Dimensão da entrada.
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Nome do parâmetro Descrição

Obrigatório

Valores válidos: inteiro positivo

mini_batch_size Número de linhas em um minilote.

Obrigatório

Valores válidos: inteiro positivo

num_components O número de componentes principais a ser calculado.

Obrigatório

Valores válidos: inteiro positivo

algorithm_mode Modo de cálculo dos principais componentes.

Opcional

Valores válidos: regular ou randomized

Valor padrão: regular

extra_components À medida que o valor aumenta, a solução se torna mais 
precisa, mas o tempo de execução e o consumo de memória 
aumenta linearmente. O padrão, -1, significa o máximo de 10 e
num_components . Válido apenas para o modo randomized.

Opcional

Valores válidos: inteiro não negativo ou -1

Valor padrão: -1
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Nome do parâmetro Descrição

subtract_mean Indica se os dados devem ser imparciais durante o treinamento 
e a inferência.

Opcional

Valores válidos: true ou false

Valor padrão: true

Formatos de resposta do PCA

Todos os algoritmos integrados do All Amazon SageMaker aderem ao formato de inferência de 
entrada comum descrito em Formatos de dados comuns – inferência. Este tópico contém uma lista 
dos formatos de saída disponíveis para o algoritmo PCA do SageMaker.

Formato de resposta JSON

Accept: application/json

{ 
    "projections": [ 
        { 
            "projection": [1.0, 2.0, 3.0, 4.0, 5.0] 
        }, 
        { 
            "projection": [6.0, 7.0, 8.0, 9.0, 0.0] 
        }, 
        .... 
    ]
}

Formato de resposta JSONLINES

Accept: application/jsonlines

{ "projection": [1.0, 2.0, 3.0, 4.0, 5.0] }
{ "projection": [6.0, 7.0, 8.0, 9.0, 0.0] }
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Formato de resposta RECORDIO

Accept: application/x-recordio-protobuf

[ 
    Record = { 
        features = {}, 
        label = { 
            'projection': { 
                keys: [], 
                values: [1.0, 2.0, 3.0, 4.0, 5.0] 
            } 
        } 
    }, 
    Record = { 
        features = {}, 
        label = { 
            'projection': { 
                keys: [], 
                values: [1.0, 2.0, 3.0, 4.0, 5.0] 
            } 
        } 
    }   
]

Algoritmo RCF (Random Cut Forest)

O Random Cut Forest (RCF) do é um algoritmo não supervisionado para detecção de pontos de 
dados anormais em um conjunto de dados. Trata-se de observações que divergem de outros dados 
padronizados ou bem-estruturados. As anomalias podem se manifestar como picos inesperados em 
dados de séries temporais, pausas na periodicidade ou pontos de dados inclassificáveis. São de 
fácil descrição quando visualizados em um gráfico, pois frequentemente se distinguem dos dados 
"normais". A inclusão dessas anomalias em um conjunto de dados pode aumentar drasticamente a 
complexidade de uma tarefa de machine learning, já que os dados "normais" podem ser descritos 
com um modelo simples.

A cada ponto de dados, o RCF associa uma pontuação de anomalia. Os valores de pontuação baixa 
indicam que o ponto de dados é considerado "normal". Valores altos indicam a presença de uma 
anomalia nos dados. As definições de "baixo" e "alto" dependem do aplicativo, mas a prática comum 
sugere que as pontuações além dos três desvios padrão da pontuação média são consideradas 
anormais.
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Embora haja muitos aplicativos de algoritmos de detecção de anomalia para dados de séries 
temporais unidirecionais, como a análise de volume de tráfego ou a detecção de pico de volume de 
som, o RCF foi projetado para funcionar com entradas dimensionais arbitrárias. O RCF do Amazon 
SageMaker escala bem com relação ao número de recursos, tamanho do conjunto de dados e 
número de instâncias.

Tópicos

• Interface de entrada/saída para o algoritmo RCF

• Recomendações de instâncias para o algoritmo RCF

• Blocos de anotações de amostra do RCF

• Como o RCF funciona

• Hiperparâmetros do RCF

• Ajustar um modelo RCF

• Formatos de resposta do RCF

Interface de entrada/saída para o algoritmo RCF

O Random Cut Forest do Amazon SageMaker é compatível com os canais de dados train e test. 
O canal de teste opcional é usado para calcular métricas de precisão, exatidão, recall e pontuação 
F1 em dados rotulados. Os tipos de conteúdo dos dados de treinamento e teste podem ser dos 
formatos application/x-recordio-protobuf ou text/csv. Para os dados de teste, ao usar 
o formato text/csv, o conteúdo deve ser especificado como text/csv;label_size=1, onde a primeira 
coluna de cada linha representa o rótulo de anomalia: "1" para um ponto de dados anormal, e "0" 
para um ponto de dados normal. É possível usar o modo de Arquivo ou de Pipe para treinar modelos 
RCF em dados formatados como recordIO-wrapped-protobuf ou CSV

O canal de treinamento só é compatível com S3DataDistributionType=ShardedByS3Key e o 
canal de teste só é compatível com S3DataDistributionType=FullyReplicated. O exemplo a 
seguir especifica o tipo de distribuição S3 para o canal de trem usando o Amazon SageMaker Python 
SDK.

Note

O método sagemaker.inputs.s3_input foi renomeado para
sagemaker.inputs.TrainingInput no SageMaker Python SDK v2.
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  import sagemaker 
     
  # specify Random Cut Forest training job information and hyperparameters 
  rcf = sagemaker.estimator.Estimator(...) 
     
  # explicitly specify "ShardedByS3Key" distribution type 
  train_data = sagemaker.inputs.TrainingInput( 
       s3_data=s3_training_data_location, 
       content_type='text/csv;label_size=0', 
       distribution='ShardedByS3Key') 
     
  # run the training job on input data stored in S3 
  rcf.fit({'train': train_data})

Para evitar erros comuns em relação às funções de execução, verifique se você 
tem as funções de execução necessárias, AmazonSageMakerFullAccess e
AmazonEC2ContainerRegistryFullAccess. Para evitar erros comuns em que sua imagem não 
exista ou que suas permissões estejam incorretas, certifique-se de que sua imagem do ECR não 
seja maior do que o espaço em disco alocado na instância de treinamento. Para evitar isso, execute 
seu trabalho de treinamento em uma instância que tenha espaço em disco suficiente. Além disso, 
se sua imagem do ECR for do repositório do Elastic Container Service (ECS) de uma AWS conta 
diferente e você não definir permissões de repositório para conceder acesso, isso resultará em erro. 
Consulte as permissões do repositório ECR para obter mais informações sobre como definir uma 
declaração de política de repositório.

Consulte a S3DataSource para obter mais informações sobre como personalizar os atributos 
da fonte de dados do S3. Por fim, para aproveitar o treinamento de várias instâncias, os dados 
de treinamento devem ser particionados, pelo menos, na mesma quantidade de arquivos que as 
instâncias.

Para inferência, o RCF é compatível com os tipos de conteúdo de dados de entrada application/
x-recordio-protobuf, text/csv e application/json. Consulte a documentação do
Formatos de dados comuns para algoritmos internos para obter mais informações. A inferência do 
RCF retorna a saída formatada application/x-recordio-protobuf ou application/json. 
Cada registro desses dados de saída contém as pontuações de anomalias correspondentes de 
cada ponto de dados de entrada. Consulte Formatos de dados gerais: Inferência para obter mais 
informações.

Para obter mais informações sobre formatos de arquivo de entrada e saída, consulte Formatos de 
resposta do RCF para inferência e os Blocos de anotações de amostra do RCF.
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Recomendações de instâncias para o algoritmo RCF

Para treinamento, recomendamos as famílias de instâncias ml.m4, ml.c4 e ml.c5. Para 
inferência, recomendamos usar um tipo de instância ml.c5.xl em particular, que oferece máximo 
desempenho e menor custo por hora de uso. Embora possa tecnicamente ser executado em tipos de 
instância de GPU, o algoritmo não aproveita o hardware de GPU.

Blocos de anotações de amostra do RCF

Para um exemplo de como treinar um modelo RCF e realizar inferências com ele, consulte o bloco 
de anotações Introdução a Random Cut Forests do SageMaker. Para obter instruções sobre como 
criar e acessar instâncias do caderno Jupyter que podem ser usadas para executar o exemplo no 
SageMaker, consulte Instâncias do Amazon SageMaker Notebook. Depois de criar uma instância de 
bloco de anotações e abri-la, selecione a guia Exemplos do SageMaker para ver uma lista de todas 
as amostras do SageMaker. Para abrir um bloco de anotações, clique em sua guia Uso e selecione
Criar cópia.

Como o RCF funciona

O Random Cut Forest (RCF) do Amazon SageMaker é um algoritmo não supervisionado para 
detecção de pontos de dados anormais em um conjunto de dados. Trata-se de observações que 
divergem de outros dados padronizados ou bem-estruturados. As anomalias podem se manifestar 
como picos inesperados em dados de séries temporais, pausas na periodicidade ou pontos de dados 
inclassificáveis. São de fácil descrição quando visualizados em um gráfico, pois frequentemente 
se distinguem dos dados "normais". A inclusão dessas anomalias em um conjunto de dados pode 
aumentar drasticamente a complexidade de uma tarefa de machine learning, já que os dados 
"normais" podem ser descritos com um modelo simples.

A principal ideia subjacente do algoritmo RCF é criar uma floresta de árvores em que cada árvore 
é obtida por meio de uma partição de uma amostra de dados de treinamento. Por exemplo, uma 
amostra aleatória dos dados de entrada é determinada pela primeira vez. A amostra aleatória é, 
então, particionada de acordo com o número de árvores na floresta. Cada árvore recebe uma 
partição e organiza esse subconjunto de pontos em uma árvore k-d. A pontuação de anomalia 
atribuída a um ponto de dados pela árvore é definida como a alteração esperada na complexidade 
dessa árvore, resultando na inclusão do ponto à árvore. Além disso, tal resultado, na aproximação, 
é inversamente proporcional à profundidade resultante do ponto na árvore. Para atribuir uma 
pontuação de anomalia, o Random Cut Forest calcula a pontuação média de cada árvore integrante 
e escala o resultado em relação ao tamanho da amostra. O algoritmo RCF baseia-se no item descrito 
na referência [1].
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Obter amostra de dados de forma aleatória

A primeira etapa do algoritmo RCF é obter uma amostra aleatória dos dados de 
treinamento. Em particular, suponha que queiramos uma amostra de tamanho

do total de

pontos de dados. Se os dados de treinamento forem pequenos o suficiente, todo 
o conjunto de dados poderá ser usado, poderíamos desenhar aleatoriamente

elementos desse conjunto. No entanto, os dados de treinamento frequentemente são muito grandes 
para se encaixarem todos de uma vez, e essa abordagem não é viável. Em vez disso, usamos uma 
técnica chamada de amostragem de reservatório.

A amostragem de reservatório é um algoritmo para o desenho eficiente de amostras aleatórias de um 
conjunto de dados

, 
em que os elementos no conjunto de dados só podem ser observados um de cada 
vez ou em lotes. De fato, a amostragem de reservatório funciona mesmo quando

não é conhecido a priori. Se apenas uma amostra for solicitada, como quando
, 

o algoritmo será:

Algoritmo: Amostragem de reservatório

• Entrada: conjunto de dados ou streaming de dados

• Inicialize a amostra aleatória

• Para cada amostra observada
:

• Escolha um número aleatório uniforme

• Se

Usar algoritmos internos 3063

https://en.wikipedia.org/wiki/Reservoir_sampling


Amazon SageMaker Guia do Desenvolvedor

• Definir

• Return

Esse algoritmo seleciona uma amostra aleatória, de modo que

para todos os
. 

Quando
, 

o algoritmo é mais complicado. Além disso, é necessário estabelecer uma distinção entre a 
amostragem aleatória que está com substituição e a que está sem. O RCF realiza uma amostragem 
de reservatório aumentada sem substituição nos dados de treinamento com base nos algoritmos 
descritos em [2].

Treinar um modelo RFC e produzir inferências

A próxima etapa do RCF é construir uma floresta de corte aleatório usando a amostra aleatória de 
dados. Primeiramente, a amostra é particionada em uma série de partições de tamanho igual, na 
mesma quantidade de árvores da floresta. Em seguida, cada partição é enviada para uma árvore 
individual. Para organizar recursivamente a partição em uma árvore binária, a árvore particiona o 
domínio de dados em caixas delimitadoras.

Esse procedimento é mais bem ilustrado com um exemplo. Digamos que uma árvore receba o 
seguinte conjunto de dados bidimensional. A árvore correspondente é inicializada para o nó raiz:
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Um conjunto de dados bidimensional onde a maioria dos dados reside em um cluster (azul), exceto 
pelo ponto de dados anormal (laranja). A árvore é inicializada com um nó raiz.

O algoritmo RCF organiza esses dados em uma árvore. Primeiramente, ele calcula uma caixa 
delimitadora dos dados, selecionando uma dimensão aleatória (atribuindo mais peso às dimensões 
com maior "variação"). Em seguida, aleatoriamente determina a posição de um "corte" hiperplano 
através da dimensão. Os dois subespaços resultantes definem a própria subárvore deles. Nesse 
exemplo, o corte ocorre para separar um ponto isolado do restante da amostra. O primeiro nível da 
árvore binária resultante consiste em dois nós: um com a subárvore de pontos à esquerda do corte 
inicial, e o outro representando o único ponto à direita.
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Um corte aleatório particionando o conjunto de dados bidimensional. É mais provável que um ponto 
de dados anormal resida isoladamente em uma caixa delimitadora, em uma profundidade menor do 
que outros pontos na árvore.

As caixas delimitadoras são então calculadas para as metades esquerda e direita dos dados, e 
o processo é repetido até que todas as folhas da árvore represente um único ponto de dados da 
amostra. Observe que, se o ponto único estiver suficientemente longe, é mais provável que um corte 
aleatório resulte em seu isolamento. Essa observação fornece a intuição de que a profundidade da 
árvore é, a grosso modo, inversamente proporcional à pontuação de anomalia.

Na execução de inferência com um modelo RCF treinado, a pontuação de anomalia final é registrada 
como a média entre as pontuações registradas por cada árvore. Observe que é frequente o fato de 
que o novo ponto de dados ainda não reside na árvore. Para determinar a pontuação associada ao 
novo ponto, o ponto de dados é inserido na árvore em questão, que, por sua vez, é eficientemente 
(e temporariamente) remontada de uma maneira equivalente ao processo de treinamento descrito 
acima. Ou seja, a árvore resultante é como se o ponto de dados de entrada fosse um membro 
da amostra usada para construir a árvore no começo. A pontuação registrada é inversamente 
proporcional à profundidade do ponto de entrada na árvore.

Escolher hiperparâmetros

Os principais hiperparâmetros usados para ajustar o modelo RCF são num_trees e
num_samples_per_tree. Se você aumentar o num_trees, o ruído observado em pontuações de 
anomalia será reduzido, já que a última pontuação é a média das pontuações registradas por cada 
árvore. Embora o valor ideal dependa do aplicativo, recomendamos começar usando 100 árvores, 
para que haja equilíbrio entre o ruído das pontuações e a complexidade do modelo. Observe que o 
tempo de inferência é proporcional ao número de árvores. Embora o tempo de treinamento também 
seja afetado, ele é controlado pelo algoritmo de amostragem de reservatório descrito acima.

O parâmetro num_samples_per_tree está relacionado à densidade esperada de anomalias no 
conjunto de dados. Especificamente, num_samples_per_tree deve ser escolhido de modo que 1/
num_samples_per_tree se aproxime da proporção entre dados anormais e dados normais. Por 
exemplo, se 256 amostras forem usadas em cada árvore, o esperado é que os dados contenham 
anomalias de 1/256 ou aproximadamente 0,4% do tempo. Novamente, um valor ideal para esse 
hiperparâmetro depende do aplicativo.
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Hiperparâmetros do RCF

Na solicitação CreateTrainingJob, é especificado o algoritmo de treinamento. Também é 
possível especificar hiperparâmetros específicos de algoritmo como mapas de string a string. A 
tabela a seguir lista os hiperparâmetros do algoritmo RCF do Amazon SageMaker. Para obter mais 
informações, incluindo recomendações sobre como escolher hiperparâmetros, consulte Como o RCF 
funciona.

Nome do parâmetro Descrição

feature_dim O número de recursos no conjunto de dados. (Se você usar o 
estimador de Random Cut Forest, esse valor será calculado para você 
e não precisará ser especificado.)

Obrigatório

Valores válidos: inteiro positivo (mínimo: 1; máximo: 10000)

eval_metrics Uma lista de métricas usadas para pontuar um conjunto de dados de 
teste rotulado. As métricas a seguir podem ser selecionadas para o 
resultado:

• accuracy: retorna a fração de previsões corretas.

• precision_recall_fscore : retorna as exatidões positiva e 
negativa, o recall e as pontuações F1.

Opcional
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Nome do parâmetro Descrição

Valores válidos: uma lista com valores possíveis extraídos de
accuracy ou precision_recall_fscore .

Valor padrão: accuracy e precision_recall_fscore  são 
calculados.

num_sampl 
es_per_tree

Número de amostras aleatórias atribuídos a cada árvore do conjunto 
de dados de treinamento.

Opcional

Valores válidos: inteiro positivo (mínimo: 1; máximo: 2048)

Valor padrão: 256

num_trees Número de árvores na floresta.

Opcional

Valores válidos: inteiro positivo (mínimo: 50; máximo: 1000)

Valor padrão: 100

Ajustar um modelo RCF

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros ou otimização 
de hiperparâmetros, localiza a melhor versão de um modelo executando vários trabalhos que 
testam uma série de hiperparâmetros no seu conjunto de dados. Você escolhe os hiperparâmetros 
ajustáveis, um intervalo de valores para cada um e uma métrica objetiva. Você escolhe a métrica 
objetiva entre as métricas que o algoritmo calcula. O ajuste de modelo automático pesquisa os 
hiperparâmetros escolhidos para encontrar a combinação de valores que resultam no modelo que 
otimiza a métrica objetiva.

O algoritmo RCF do Amazon SageMaker é um algoritmo de detecção de anomalias não 
supervisionado que requer um conjunto de dados de teste rotulado para otimização de 
hiperparâmetros. O RCF calcula as pontuações de anomalias para os pontos de dados de teste e 
rotula os pontos de dados como anômalos se suas pontuações estiverem além dos três desvios 
padrão da pontuação média. Isso é conhecido como heurística de limites de três sigma. A pontuação 
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F1 é baseada na diferença entre rótulos calculados e rótulos reais. O trabalho de ajuste de 
hiperparâmetros encontra o modelo que maximiza essa pontuação. O sucesso da otimização de 
hiperparâmetros depende da aplicabilidade da heurística de limites de três sigma ao conjunto de 
dados de teste.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo RCF

O algoritmo RCF calcula a métrica a seguir durante o treinamento. Ao ajustar o modelo, escolha essa 
métrica como a métrica objetiva.

Nome da métrica Descrição Direção de otimização

test:f1 Pontuação F1 no conjunto de dados de teste, 
com base na diferença entre rótulos calculados 
e rótulos reais.

Maximizar

Hiperparâmetros ajustáveis do RCF

Você pode ajustar um modelo de RCF com os seguintes hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

num_sampl 
es_per_tree

IntegerParameterRanges MinValue: 1, 
MaxValue:2048

num_trees IntegerParameterRanges MinValue: 50, 
MaxValue:1000

Formatos de resposta do RCF

Todos os algoritmos integrados do Amazon SageMaker aderem a o formato de inferência de entrada 
comum descrito em Formatos de dados gerais – inferência. Observe que o Random Cut Forest do 
SageMaker é compatível com os formatos denso e esparso JSON e RecordIO. Este tópico contém 
uma lista dos formatos de saída disponíveis para o algoritmo RCF do SageMaker.
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Formato de resposta JSON

ACCEPT: application/json.

    {                                                                                   
                                                                                        
                                                                                        
                     
        "scores":    [                                                                  
                                                                                        
                                                                                        
                     
            {"score": 0.02},                                                            
                                                                                        
                                                                                        
                     
            {"score": 0.25}                                                             
                                                                                        
                                                                                        
                     
        ]                                                                               
                                                                                        
                                                                                        
                     
    }

Formato de resposta JSONLINES

ACCEPT: application/jsonlines.

{"score": 0.02},
{"score": 0.25}

Formato de resposta RECORDIO

ACCEPT: application/x-recordio-protobuf.

    [                                                                                   
                                                                                        
                                                                                        
                     
         Record = {                                                                     
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             features = {},                                                             
                                                                                        
                                                                                        
                          
             label = {                                                                  
                                                                                        
                                                                                        
                         
                 'score': {                                                             
                                                                                        
                                                                                        
                          
                     keys: [],                                                          
                                                                                        
                                                                                        
                          
                     values: [0.25]  # float32                                          
                                                                                        
                                                                                        
                          
                 }                                                                      
                                                                                        
                                                                                        
                          
             }                                                                          
                                                                                        
                                                                                        
                          
         },                                                                             
                                                                                        
                                                                                        
                          
         Record = {                                                                     
                                                                                        
                                                                                        
                          
             features = {},                                                             
                                                                                        
                                                                                        
                          
             label = {                                                                  
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                 'score': {                                                             
                                                                                        
                                                                                        
                          
                     keys: [],                                                          
                                                                                        
                                                                                        
                          
                     values: [0.23]  # float32                                          
                                                                                        
                                                                                        
                          
                 }                                                                      
                                                                                        
                                                                                        
                          
             }                                                                          
                                                                                        
                                                                                        
                          
         }                                                                              
                                                                                        
                                                                                        
                          
    ]

Algoritmos SageMaker integrados para visão computacional

O SageMaker fornece algoritmos de processamento de imagem que são usados para classificação 
de imagens, detecção de objetos e visão computacional.

• Classificação de imagens - MXNet: usa dados de exemplo com respostas (conhecido como
algoritmo supervisionado). Use esse algoritmo para classificar imagens.

• Classificação de imagens - TensorFlow: usa modelos pré-treinados do TensorFlow Hub para 
ajustar tarefas específicas (conhecido como algoritmo supervisionado). Use esse algoritmo para 
classificar imagens.

• Detecção de objetos - MXNet: detecta e classifica objetos em imagens usando uma única rede 
neural profunda. Ele é um algoritmo de aprendizagem supervisionada que captura imagens como 
entrada e identifica todas as instâncias de objetos na cena da imagem.
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• Detecção de objetos - TensorFlow: detecta caixas delimitadoras e rótulos de objetos em uma 
imagem. É um algoritmo de aprendizado supervisionado que oferece suporte ao aprendizado por 
transferência com modelos pré-treinados TensorFlow.

• Algoritmo de segmentação semântica: fornece uma abordagem granular em nível de pixel ao 
desenvolvimento de aplicativos de visão computacional.

Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

Classific 
ação de 
imagens: 
MXNet

treinamen 
to e 
validação 
, (opcional 
mente) 
train_lst, 
validatio 
n_lst e 
model

Arquivo ou 
Pipe

recordIO 
ou 
arquivos 
de imagem 
(.jpg 
ou .png)

GPU Sim

Classific 
ação de 
imagens: 
TensorFlo 
w

treinamen 
to e 
validação

Arquivo arquivos 
de imagem 
(.jpg, .jpeg 
ou .png)

CPU ou 
GPU

Sim 
(somente 
em várias 
GPUs em 
uma única 
instância)

Detecção 
de objetos

treinamen 
to e 
validação 
, (opcional 
mente) 
train_ann 
otation, 
validatio 

Arquivo ou 
Pipe

recordIO 
ou 
arquivos 
de imagem 
(.jpg 
ou .png)

GPU Sim
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Nome do 
algoritmo

Nome do 
canal

Modo de 
entrada do 
treinamen 
to

Tipo de 
arquivo

Classe de 
instância

Paraleliz 
ável

n_annotat 
ion e 
model

Detecção 
de objetos: 
TensorFlo 
w

treinamen 
to e 
validação

Arquivo arquivos 
de imagem 
(.jpg, .jpeg 
ou .png)

GPU Sim 
(somente 
em várias 
GPUs em 
uma única 
instância)

Segmentaç 
ão 
semântica

treinamen 
to e 
validação 
, train_ann 
otation, 
validatio 
n_annotat 
ion e 
(opcional 
mente) 
label_map 
e model

Arquivo ou 
Pipe

Arquivos 
de imagem

GPU 
(somente 
instância 
única)

Não

Classificação de imagens - MXNet

O algoritmo de classificação de imagens do Amazon SageMaker é um algoritmo de aprendizado 
supervisionado que oferece suporte à classificação de vários rótulos. Ele recebe uma imagem como 
entrada e gera um ou mais rótulos atribuídos a essa imagem. Ele usa uma rede neural convolucional 
que pode ser treinada do zero ou treinada com aprendizado de transferência quando um grande 
número de imagens de treinamento não está disponível.
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O formato de entrada recomendado para os algoritmos de classificação de imagens do Amazon 
SageMaker é o RecordIO do Apache MXNet. No entanto, você também pode usar imagens brutas 
nos formatos .jpg ou .png. Consulte esta discussão para obter uma visão geral ampla da preparação 
e carregamento eficientes de dados para sistemas de machine learning.

Note

Para manter melhor interoperabilidade com as estruturas de deep learning existentes, ele se 
difere dos formatos de dados protobuf comumente usados por outros algoritmos do Amazon 
SageMaker.

Para obter mais informações sobre as redes convolucionais, consulte:

• Deep residual learning for image recognition (Deep residual learning para o reconhecimento de 
imagens) Kaiming He, et al., 2016 IEEE Conference on Computer Vision and Pattern Recognition

• Banco de dados de imagens Imagenet

• Classificação de imagens com Gluon-CV e MXNet

Tópicos

• Interface de entrada/saída para o algoritmo de classificação de imagens

• Recomendação de instâncias do EC2 para o algoritmo de Classificação de imagens

• Blocos de anotações de amostra de Classificação de imagens

• Como funciona a classificação de imagens

• Hiperparâmetros de Classificação de imagens

• Ajustar um modelo de classificação de imagens

Interface de entrada/saída para o algoritmo de classificação de imagens

O algoritmo de classificação de imagens do SageMaker oferece suporte para os tipos de 
conteúdo RecordIO (application/x-recordio) e de imagem (image/png, image/jpeg e
application/x-image) para treinamento no modo File, e oferece suporte ao tipo de conteúdo 
RecordIO (application/x-recordio) para treinamento no modo Pipe. No entanto, você 
também pode treinar no modo de Pipe usando arquivos de imagem (image/png, image/jpeg e
application/x-image) sem criar arquivos RecordIO, usando o formato de manifesto aumentado.
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O treinamento distribuído é compatível com o modo de Arquivo e o modo de Pipe. Ao usar o tipo 
de conteúdo RecordIO no modo de Pipe, você deve definir o S3DataDistributionType de
S3DataSource como FullyReplicated. O algoritmo oferece suporte para um modelo totalmente 
replicado em que seus dados são copiados em cada máquina.

O algoritmo oferece suporte para image/png, image/jpeg e application/x-image para 
inferência.

Treinar com o formato RecordIO

Se você usar o formato RecordIO para treinamento, especifique os canais train e validation
como valores para o parâmetro InputDataConfig da solicitação CreateTrainingJob. 
Especifique um arquivo RecordIO (.rec) no canal train e um arquivo RecordIO no canal
validation. Defina o tipo de conteúdo para ambos os canais como application/x-recordio.

Treinar com o formato de imagem

Se você usar o formato de imagens para treinamento, especifique os canais train, validation,
train_lst e validation_lst como valores para o parâmetro InputDataConfig da solicitação
CreateTrainingJob. Especifique dados de imagem individuais (arquivos .jpg ou .png) para os 
canais train e validation. Especifique um arquivo .lst em cada um dos canais train_lst e
validation_lst. Defina o tipo de conteúdo para os quatro canais como application/x-image.

Note

O SageMaker lê os dados de treinamento e validação separadamente de canais diferentes, 
portanto, você deve armazenar os dados de treinamento e validação em pastas diferentes.

Um arquivo .lst é um arquivo separado por tabulação com três colunas que contém uma lista 
de arquivos de imagem. A primeira coluna especifica o índice de imagens; a segunda, o índice de 
rótulos de classe da imagem; e a terceira, o caminho relativo do arquivo de imagem. O índice de 
imagens na primeira coluna deve ser exclusivo em todas as imagens. O conjunto dos índices de 
rótulos de classe é numerado sucessivamente, e a numeração deve começar com 0. Por exemplo, 0 
para a classe de cães, 1 para a classe de gatos, e assim por diante para as classes adicionais.

Este é um exemplo de um arquivo .lst:

5      1   your_image_directory/train_img_dog1.jpg

Usar algoritmos internos 3076

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html


Amazon SageMaker Guia do Desenvolvedor

1000   0   your_image_directory/train_img_cat1.jpg
22     1   your_image_directory/train_img_dog2.jpg

Por exemplo, se as imagens de treinamento estiverem armazenadas em s3://<your_bucket>/
train/class_dog, s3://<your_bucket>/train/class_cat e assim por diante, especifique 
o caminho para o canal train como s3://<your_bucket>/train, que é o diretório de nível 
superior dos seus dados. No arquivo .lst, especifique o caminho relativo de um arquivo individual 
chamado train_image_dog1.jpg no diretório de classes class_dog como class_dog/
train_image_dog1.jpg. Também é possível armazenar todos os seus arquivos de imagem 
em um subdiretório dentro do diretório train. Nesse caso, use esse subdiretório para o caminho 
relativo. Por exemplo, s3://<your_bucket>/train/your_image_directory.

Treinar com o formato de imagem de manifesto aumentado

O formato de manifesto aumentado permite que você faça treinamentos no modo de Pipe usando 
arquivos de imagem, sem precisar criar arquivos RecordIO. Você precisa especificar ambos 
os canais de treinamento e de validação como valores para o parâmetro InputDataConfig
da solicitação CreateTrainingJob. Ao usar esse formato, é necessário gerar um arquivo de 
manifesto do S3 contendo a lista de imagens e suas anotações correspondentes. O formato 
de arquivo de manifesto deve estar no formato linhas JSON, em que cada linha representa 
uma amostra. As imagens são especificadas usando a tag 'source-ref', que aponta 
para a localização do S3 da imagem. As anotações são fornecidas sob o valor do parâmetro
"AttributeNames", conforme especificado na solicitação CreateTrainingJob. Elas também 
podem conter metadados adicionais sob a tag metadata, mas estas são ignoradas pelo algoritmo. 
No exemplo abaixo, os "AttributeNames" estão contidos na lista de referências de imagem e 
anotação ["source-ref", "class"]. O valor de rótulo correspondente é "0" para a primeira 
imagem e “1” para a segunda imagem:

{"source-ref":"s3://image/filename1.jpg", "class":"0"}
{"source-ref":"s3://image/filename2.jpg", "class":"1", "class-metadata": {"class-name": 
 "cat", "type" : "groundtruth/image-classification"}}

A ordem dos "AttributeNames" nos arquivos de entrada é importante ao treinar o algoritmo 
ImageClassification. Ele aceita dados redirecionados em uma ordem específica, com image
primeiro, seguido por label. Portanto, os "AttributeNames" nesse exemplo são fornecidos com
"source-ref" primeiro, seguido por "class". Ao usar o algoritmo ImageClassification com 
Manifesto aumentado, o valor do parâmetro RecordWrapperType deve ser "RecordIO".
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O treinamento com vários rótulos também é compatível com a especificação de uma matriz de 
valores JSON. O hiperparâmetro num_classes deve ser definido para corresponder ao número total 
de classes. Existem dois formatos de rótulo válidos: multi-hot e class-id.

No formato multi-hot, cada rótulo é um vetor codificado multi-hot de todas as classes, em que cada 
classe leva o valor de 0 ou de 1. No exemplo a seguir, existem três classes. A primeira imagem é 
rotulada com as classes 0 e 2, enquanto a segunda imagem é rotulada apenas com a classe 2:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "class": "[1, 0, 1]"}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "class": "[0, 0, 1]"}

No formato class-id, cada rótulo é uma lista dos IDs de classe, de (0, num_classes), que se aplicam 
ao ponto de dados. Em vez disso, o exemplo anterior seria parecido com isto:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "class": "[0, 2]"}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "class": "[2]"}

O formato multi-hot é o padrão, mas pode ser explicitamente definido no tipo de conteúdo com o 
parâmetro label-format: "application/x-recordio; label-format=multi-hot". O 
formato class-id, que é o formato produzido por GroundTruth, deve ser definido explicitamente:
"application/x-recordio; label-format=class-id".

Para obter mais informações sobre arquivos manifestos aumentados, consulte Fornecer metadados 
de conjunto de dados para trabalhos de treinamento com um arquivo de Manifesto aumentado.

Treinamento incremental

Você também pode propagar o treinamento de um novo modelo usando os artefatos de um modelo 
anteriormente treinado com o SageMaker. Um treinamento incremental economiza tempo de 
treinamento quando você deseja treinar um novo modelo com dados iguais ou semelhantes. Os 
modelos de classificação de imagem do SageMaker só podem ser propagados com outro modelo de 
classificação de imagem integrado treinado no SageMaker.

Para usar um modelo pré-treinado, na solicitação CreateTrainingJob, especifique ChannelName
como "modelo" no parâmetro InputDataConfig. Defina o ContentType para o canal do modelo 
como application/x-sagemaker-model. Os hiperparâmetros de entrada do novo modelo e do 
modelo pré-treinado que você transfere por upload para o canal do modelo devem ter as mesmas 
configurações para os parâmetros de entrada num_layers, image_shape e num_classes. Esses 
parâmetros definem a arquitetura da rede. Para o arquivo de modelo pré-treinado, use os artefatos 
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do modelo compactados (no formato .tar.gz) processados pelo SageMaker. Você pode usar os 
formatos RecordIO ou de imagem para dados de entrada.

Inferência com o algoritmo de classificação de imagens

Os modelos gerados podem ser hospedados para inferência e oferecem suporte aos formatos de 
imagem .jpg e .png codificados como image/png, image/jpeg e content-type application/
x-image. A imagem de entrada é redimensionada automaticamente. A saída são os valores de 
probabilidade para todas as classes codificados no formato JSON, ou no formato de texto JSON 
Lines para transformação em lote. O modelo de classificação de imagem processa uma única 
imagem por solicitação e, portanto, exibe apenas uma linha no formato JSON ou JSON Lines. Veja a 
seguir um exemplo de uma resposta no formato JSON Lines:

accept: application/jsonlines 

 {"prediction": [prob_0, prob_1, prob_2, prob_3, ...]}

Para obter mais detalhes sobre treinamento e inferência, consulte as instâncias de bloco de 
anotações de amostra de classificação de imagens mencionadas na introdução.

Recomendação de instâncias do EC2 para o algoritmo de Classificação de imagens

Para classificação de imagens, oferecemos suporte às instâncias P2, P3, G4dn e G5. 
Recomendamos o uso de instâncias de GPU com mais memória para treinamento com grandes 
tamanhos de lote. Você também pode executar o algoritmo em configurações de várias GPUs e 
várias máquinas para treinamento distribuído. Tanto as instâncias de CPU (como C4) quanto as de 
GPU (P2, P3, G4dn ou G5) podem ser usadas para inferência.

Blocos de anotações de amostra de Classificação de imagens

Para um caderno de exemplo que usa o algoritmo de classificação de imagens do SageMaker, 
consulte Crie e registre um modelo de classificação de imagem do MXNet por meio do Pipelines 
do SageMaker. Para obter instruções sobre como criar e acessar instâncias do caderno Jupyter 
que podem ser usadas para executar o exemplo no SageMaker, consulte Instâncias do Amazon 
SageMaker Notebook. Depois de criar uma instância de cadernos e abri-la, selecione a guia
Exemplos do SageMaker para ver uma lista de todas as amostras do SageMaker. Os exemplos 
de blocos de anotações de classificação de imagens estão localizados na seção Introdução aos 
algoritmos da Amazon. Para abrir um bloco de anotações, clique em sua guia Use (Uso) e selecione
Create copy (Criar cópia).
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Como funciona a classificação de imagens

O algoritmo de classificação de imagens pega uma imagem como entrada e a classifica em uma 
das categorias de saída. O deep learning revolucionou o domínio da classificação de imagens e 
obteve excelente desempenho. Várias redes de aprendizado profundo, como a ResNet, a DenseNet, 
a Inception e assim por diante, foram desenvolvidas para serem altamente precisas na classificação 
de imagens. Ao mesmo tempo, houve esforços para coletar dados de imagem rotulados que 
são essenciais para treinar essas redes. O ImageNet é um grande conjunto de dados que tem 
mais de 11 milhões de imagens com aproximadamente 11.000 categorias. Assim que uma rede é 
treinada com os dados ImageNet, ela pode ser usada para fazer iterações com outros conjuntos 
de dados também, com simples reajuste ou aperfeiçoamento. Nessa abordagem de aprendizagem 
de transferência, uma rede é inicializada com pesos (nesse exemplo, treinada no ImageNet), que 
podem ser posteriormente aperfeiçoados para uma tarefa de classificação de imagens em um 
conjunto de dados diferente.

A classificação de imagens no Amazon SageMaker pode ser executada em dois modos: treinamento 
completo e aprendizado de transferência. No modo de treinamento completo, a rede é inicializada 
com pesos aleatórios e treinada nos dados do usuário do zero. No modo de aprendizagem de 
transferência, a rede é inicializada com pesos pré-treinados, e apenas a camada superior totalmente 
conectada é inicializada com pesos aleatórios. Em seguida, toda a rede é aperfeiçoada com novos 
dados. Nesse modo, o treinamento pode ser obtido mesmo com um conjunto de dados menor. 
Isso ocorre porque a rede já está treinada e, portanto, pode ser usada em situações de dados de 
treinamento insuficientes.

Hiperparâmetros de Classificação de imagens

Hiperparâmetros são parâmetros definidos antes de um modelo de machine learning começar a 
aprender. O algoritmo integrado de classificação de imagens do Amazon SageMaker oferece suporte 
para os hiperparâmetros a seguir. Consulte Ajustar um modelo de classificação de imagens para 
obter informações sobre o ajuste de hiperparâmetros de classificação de imagens.

Nome do parâmetro Descrição

num_classes Número de classes de saída. Esse parâmetro especifica as 
dimensões da rede de saída e geralmente é definido como o 
número de classes do conjunto de dados.

Além da classificação de várias classes, a classificação de 
vários rótulos também é compatível. Consulte Interface de 
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Nome do parâmetro Descrição

entrada/saída para o algoritmo de classificação de imagens
para obter detalhes sobre como trabalhar com a classificação de 
vários rótulos com arquivos de manifesto aumentados.

Obrigatório

Valores válidos: inteiro positivo

num_training_samples Número de exemplos de treinamento no conjunto de dados de 
entrada.

Se esse valor não corresponder ao número de amostras do 
conjunto de treinamento, o comportamento do parâmetro
lr_scheduler_step  será indefinido, e a precisão do 
treinamento distribuído poderá ser afetada.

Obrigatório

Valores válidos: inteiro positivo
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Nome do parâmetro Descrição

augmentation_type O tipo de aumento dos dados. As imagens de entrada podem 
ser aumentadas de várias maneiras, conforme especificado 
abaixo.

• crop: corta a imagem aleatoriamente e vira horizontalmente.

• crop_color : além de cortar, três valores aleatórios no 
intervalo [-36, 36], [-50, 50] e [-50, 50] são adicionados aos 
canais de matiz, saturação e brilho respectivamente.

• crop_color_transform : além de crop_color , 
transformações aleatórias são aplicadas à imagem, incluindo 
variações de taxa de proporção, corte e rotação. O ângulo de 
rotação máximo é 10 graus, a taxa de corte máxima é 0,1, e a 
taxa oscilante de proporção máxima é 0,25.

Opcional

Valores válidos: crop, crop_color  ou crop_colo 
r_transform .

Valor padrão: nenhum valor padrão

beta_1 O beta1 para adam, que é a taxa de degradação exponencial 
para as estimativas do primeiro momento.

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 0.9
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Nome do parâmetro Descrição

beta_2 O beta2 para adam, que é a taxa de degradação exponencial 
para as estimativas do segundo momento.

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 0.999

checkpoint_frequency Período de armazenamento dos parâmetros do modelo (em 
número de epochs).

Observe que todos os arquivos do ponto de verificação são 
salvos como parte do arquivo de modelo final "model.tar.gz" e o 
upload deles é feito no S3 no local do modelo especificado. Isso 
aumenta o tamanho do arquivo de modelo proporcionalmente 
ao número de pontos de verificação salvos durante o treinamen 
to.

Opcional

Valores válidos: inteiro positivo maior que epochs.

Valor padrão: nenhum valor padrão (Salva o ponto de verificaç 
ão no epoch que possui a melhor precisão de validação)

early_stopping True para usar a lógica de interrupção precoce durante o 
treinamento. False para não usá-la.

Opcional

Valores válidos: True ou False

Valor padrão: False
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Nome do parâmetro Descrição

early_stopping_min 
_epochs

O número mínimo de epochs que devem ser executados antes 
que a lógica de interrupção precoce possa ser chamada. Usado 
apenas quando early_stopping  = True.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 10

early_stopping_pat 
ience

O número de epochs de espera antes de concluir o treinamento, 
se nenhuma melhora tiver ocorrido na métrica relevante. Usado 
apenas quando early_stopping  = True.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5

early_stopping_tol 
erance

Tolerância relativa para medir uma melhoria na métrica de 
validação de precisão. Se a relação entre a melhoria na 
precisão dividida pela melhor precisão anterior for menor que 
o conjunto de valores de early_stopping_tolerance , a 
interrupção precoce considerará que não há melhoria. Usado 
apenas quando early_stopping  = True.

Opcional

Valores válidos: 0 ≤ flutuante≤ 1

Valor padrão: 0.0
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Nome do parâmetro Descrição

epochs Número de epochs de treinamento.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 30

eps O épsilon para adam e rmsprop. Geralmente é definido como 
um valor baixo, para evitar a divisão por 0.

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 1e-8

gamma O gama para rmsprop, o fator de degradação para a média 
móvel do gradiente quadrado.

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 0.9
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Nome do parâmetro Descrição

image_shape As dimensões da imagem de entrada, que é o mesmo tamanho 
da camada de entrada da rede. O formato é definido como 
"num_channels , altura, largura". A dimensão da imagem 
pode assumir qualquer valor, já que a rede pode lidar com 
variadas dimensões da entrada. No entanto, poderá haver 
restrições de memória se uma dimensão de imagem maior for 
usada. Os modelos pré-treinados só podem usar um tamanho 
de imagem de valor fixo de 224 x 224. Normalmente, as 
dimensões das imagens para classificação de imagens são de 
“3,224,224”. É semelhante ao conjunto de dados ImageNet.

Para treinamento, se alguma imagem de entrada for menor que 
esse parâmetro em qualquer dimensão, o treinamento falhará. 
Se uma imagem for maior, uma parte da imagem será cortada, 
com a área recortada especificada por esse parâmetro. Se o 
hiperparâmetro augmentation_type  for definido, será feito 
um corte aleatório; caso contrário, o corte será central.

Na inferência, as imagens de entrada são redimensionadas para
image_shape , conforme utilização durante o treinamento. 
A taxa de proporção não é preservada, e as imagens não são 
cortadas.

Opcional

Valores válidos: string

Valor padrão: “3,224,224”
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Nome do parâmetro Descrição

kv_store Modo de sincronização das atualizações de peso durante o 
treinamento distribuído. As atualizações de peso podem ser 
feitas de maneira síncrona ou assíncrona nas máquinas. As 
atualizações síncronas geralmente oferecem mais precisão do 
que as assíncronas, mas podem ser mais lentas. Consulte o 
treinamento distribuído no MXNet para obter mais detalhes.

Esse parâmetro não é aplicável a treinamentos em uma 
máquina só.

• dist_sync : os gradientes são sincronizados após cada lote 
com todos os operadores. Com o dist_sync , agora batch-
size significa o tamanho do lote usado em cada máquina. 
Portanto, se houver n máquinas e usarmos o tamanho de 
lote b, o dist_sync  se comportará como item local com o 
tamanho de lote n * b.

• dist_async : executa atualizações assíncronas. Os pesos 
são atualizados sempre que os gradientes são recebidos de 
qualquer máquina e as atualizações de peso são atômicas. 
No entanto, não há garantias sobre a ordem.

Opcional

Valores válidos: dist_sync  ou dist_async

Valor padrão: nenhum valor padrão

learning_rate A taxa de aprendizagem inicial.

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 0.1
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Nome do parâmetro Descrição

lr_scheduler_factor O índice de redução da taxa de aprendizagem usado em 
conjunto com o parâmetro lr_scheduler_step , definido 
como lr_new = lr_old * lr_scheduler_factor .

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 0.1

lr_scheduler_step Os epochs nos quais a taxa de aprendizagem deve ser 
reduzida. Como explicado no parâmetro lr_schedu 
ler_factor , a taxa de aprendizagem é reduzida pelo
lr_scheduler_factor  desses epochs. Por exemplo, se o 
valor for definido como "10, 20", a taxa de aprendizagem será 
reduzida pelo lr_scheduler_factor  após o 10º epoch e 
novamente pelo lr_scheduler_factor  após o 20ºepoch. 
Os epochs são delimitados por ",".

Opcional

Valores válidos: string

Valor padrão: nenhum valor padrão

mini_batch_size O tamanho do lote para treinamento. Em uma configuração com 
uma máquina e várias GPUs, cada GPU trata as amostras de 
treinamento mini_batch_size  / num_gpu. Para o treinamen 
to com várias máquinas no modo dist_sync, o tamanho do lote 
real é mini_batch_size  * número de máquinas. Consulte a 
documentação do MXNet para obter mais detalhes.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 32
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Nome do parâmetro Descrição

momentum A dinâmica sgd e nag, ignorada para outros otimizadores.

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 0.9

multi_label Sinalizador a ser usado para classificação de vários rótulos, em 
que cada amostra pode receber vários rótulos. A precisão média 
em todas as classes é registrada.

Opcional

Valores válidos: 0 ou 1

Valor padrão: 0

num_layers Número de camadas para a rede. Para dados com tamanho 
grande de imagens (por exemplo, 224 x 224, como o ImageNet) 
, sugerimos selecionar o número de camadas do conjunto [18, 
34, 50, 101, 152, 200]. Para dados com tamanho pequeno de 
imagens (por exemplo, 28 x 28, como o CIFAR), sugerimos 
selecionar o número de camadas do conjunto [20, 32, 44, 56, 
110]. O número de camadas em cada conjunto baseia-se no 
documento da ResNet. Para aprendizagem de transferência, 
o número de camadas define a arquitetura da rede de base e, 
portanto, só pode ser selecionado do conjunto [18, 34, 50, 101, 
152, 200].

Opcional

Valores válidos: inteiro positivo em [18, 34, 50, 101, 152, 200] 
ou [20, 32, 44, 56, 110]

Valor padrão: 152
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Nome do parâmetro Descrição

optimizer O tipo de otimizador. Para obter mais detalhes sobre os 
parâmetros dos otimizadores, consulte a API do MXNet.

Opcional

Valores válidos: Um de sgd, adam, rmsprop ou nag.

• sgd: Descida de gradiente estocástica

• adam: Estimativa de dinâmica adaptativa

• rmsprop: Propagação da raiz média quadrática

• nag: Gradiente acelerado de Nesterov

Valor padrão: sgd

precision_dtype A precisão dos pesos usados para treinamento. O algoritmo 
pode usar precisão simples (float32) ou meia precisão 
(float16) para os pesos. Usar a meia-precisão para pesos 
resulta em consumo de memória reduzido.

Opcional

Valores válidos: float32 ou float16

Valor padrão: float32
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Nome do parâmetro Descrição

resize O número de pixels no lado mais curto de uma imagem depois 
de redimensioná-la para treinamento. Se o parâmetro não 
estiver definido, os dados de treinamento serão usados sem 
redimensionamento. O parâmetro deve ser maior que os 
componentes de largura e altura de image_shape  para evitar 
falhas no treinamento.

Obrigatório ao usar tipos de conteúdo de imagem

Opcional ao usar o tipo de conteúdo RecordIO

Valores válidos: inteiro positivo

Valor padrão: nenhum valor padrão

top_k Relata a precisão dos itens top-k durante o treinamento. Esse 
parâmetro deve ser maior que 1, já que a precisão do treinamen 
to dos itens top-1 é a mesma que a do treinamento normal que 
já foi relatada.

Opcional

Valores válidos: inteiro positivo maior que 1.

Valor padrão: nenhum valor padrão

use_pretrained_model Sinalizador para usar o modelo pré-treinado para treinamen 
to. Se definido como 1, o modelo pré-treinado e o número 
correspondente de camadas serão carregados e usados para o 
treinamento. Somente as camadas FC superiores são reinicial 
izadas com pesos aleatórios. Caso contrário, a rede é treinada 
do zero.

Opcional

Valores válidos: 0 ou 1

Valor padrão: 0

Usar algoritmos internos 3091



Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Descrição

use_weighted_loss Sinalizador para usar a perda de entropia cruzada ponderada 
para classificação de vários rótulos (usada somente quando
multi_label  = 1), em que os pesos são calculados com 
base na distribuição de classes.

Opcional

Valores válidos: 0 ou 1

Valor padrão: 0

weight_decay O coeficiente de decaimento de peso para sgd e nag, ignorado 
para outros otimizadores.

Opcional

Valores válidos: flutuante. Intervalo em [0, 1].

Valor padrão: 0.0001

Ajustar um modelo de classificação de imagens

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo de classificação de imagens

O algoritmo de classificação de imagens é um algoritmo supervisionado. Ele relata uma métrica de 
precisão que é calculada durante o treinamento. Ao ajustar o modelo, escolha essa métrica como a 
métrica objetiva.
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Nome da métrica Descrição Direção de otimização

validatio 
n:accuracy

A proporção do número de previsões corretas 
para o número total de previsões feitas.

Maximizar

Hiperparâmetros ajustados de Classificação de imagens

Ajuste um modelo de classificação de imagem com os seguintes hiperparâmetros. Os 
hiperparâmetros que têm o maior impacto nas métricas objetivas de classificação de imagem são:
mini_batch_size, learning_rate e optimizer. Os hiperparâmetros que têm o maior impacto 
nas métricas objetivas de classificação de imagem são momentum, weight_decay, beta_1,
beta_2, eps e gamma, com base no optimizer selecionado. Por exemplo, use beta_1 e beta_2
somente quando adam for o optimizer.

Para obter mais informações sobre quais hiperparâmetros são usados em cada otimizador, consulte
Hiperparâmetros de Classificação de imagens.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

beta_1 ContinuousParameterRanges MinValue: 1e-6, 
MaxValue: 0.999

beta_2 ContinuousParameterRanges MinValue: 1e-6, 
MaxValue: 0.999

eps ContinuousParameterRanges MinValue: 1e-8, 
MaxValue: 1.0

gamma ContinuousParameterRanges MinValue: 1e-8, 
MaxValue: 0.999

learning_rate ContinuousParameterRanges MinValue: 1e-6, 
MaxValue: 0.5

mini_batch_size IntegerParameterRanges MinValue: 8, 
MaxValue: 512

Usar algoritmos internos 3093



Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

momentum ContinuousParameterRanges MinValue: 0.0, 
MaxValue: 0.999

optimizer CategoricalParameterRanges ['sgd', ‘adam’, 
‘rmsprop’, 'nag']

weight_decay ContinuousParameterRanges MinValue: 0.0, 
MaxValue: 0.999

Classificação de imagens - TensorFlow

O algoritmo Amazon SageMaker Image Classification - é um TensorFlow algoritmo de aprendizado 
supervisionado que oferece suporte ao aprendizado por transferência com muitos modelos pré-
treinados do TensorFlow Hub. Use a aprendizagem por transferência para ajustar um dos modelos 
pré-treinados disponíveis em seu próprio conjunto de dados, mesmo que uma grande quantidade de 
dados de imagem não esteja disponível. O algoritmo de classificação de imagens usa uma imagem 
como entrada e gera uma probabilidade para cada um dos rótulos de classe. Os conjuntos de dados 
de treinamento devem consistir em imagens no formato .jpg, .jpeg ou .png.

Tópicos

• Como usar o TensorFlow algoritmo SageMaker de Classificação de Imagens

• Interface de entrada e saída para o TensorFlow algoritmo de classificação de imagens

• Recomendação de instância do Amazon EC2 para o algoritmo de classificação de imagens 
TensorFlow

• Classificação de imagens - TensorFlow exemplos de cadernos

• Como TensorFlow funciona a classificação de imagens

• TensorFlow Modelos de hub

• Classificação de imagens - TensorFlow Hiperparâmetros

• Ajustar uma classificação de imagens - TensorFlow modelo
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Como usar o TensorFlow algoritmo SageMaker de Classificação de Imagens

Você pode usar o Image Classification - TensorFlow como um algoritmo SageMaker integrado da 
Amazon. A seção a seguir descreve como usar a Classificação de imagens TensorFlow com o 
SDK do SageMaker Python. Para obter informações sobre como usar a classificação de imagens 
— TensorFlow da interface do usuário do Amazon SageMaker Studio Classic, consulteSageMaker 
JumpStart.

O TensorFlow algoritmo de classificação de imagens oferece suporte ao aprendizado por 
transferência usando qualquer um dos modelos de TensorFlow Hub pré-treinados compatíveis. Para 
obter uma lista de todos os modelos pré-treinados disponíveis, consulte TensorFlow Modelos de hub. 
Cada modelo pré-treinado tem um model_id exclusivo. O exemplo a seguir usa MobileNet V2 1.00 
224 (model_id:tensorflow-ic-imagenet-mobilenet-v2-100-224-classification-4) 
para ajustar um conjunto de dados personalizado. Os modelos pré-treinados são todos pré-baixados 
do TensorFlow Hub e armazenados em buckets do Amazon S3 para que os trabalhos de treinamento 
possam ser executados isoladamente na rede. Use esses artefatos de treinamento de modelo pré-
gerados para construir um SageMaker Estimador.

Primeiro, recupere o URI da imagem do Docker, o URI do script de treinamento e o URI do 
modelo pré-treinado. Em seguida, altere os hiperparâmetros conforme desejar. Você pode 
ver um dicionário Python de todos os hiperparâmetros disponíveis e seus valores padrão com
hyperparameters.retrieve_default. Para ter mais informações, consulte Classificação de 
imagens - TensorFlow Hiperparâmetros. Use esses valores para construir um SageMaker estimador.

Note

Os valores padrão dos hiperparâmetros são diferentes para modelos diferentes. 
Para modelos maiores, o tamanho padrão do lote é menor e o hiperparâmetro
train_only_top_layer está definido como "True".

Este exemplo usa o conjunto de dados tf_flowers, que contém cinco classes de imagens 
de flores. Nós pré-baixamos o conjunto de dados TensorFlow sob a licença Apache 2.0 e o 
disponibilizamos com o Amazon S3. Para ajustar seu modelo, chame .fit usando a localização do 
Amazon S3 do seu conjunto de dados de treinamento.

from sagemaker import image_uris, model_uris, script_uris, hyperparameters
from sagemaker.estimator import Estimator
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model_id, model_version = "tensorflow-ic-imagenet-mobilenet-v2-100-224-
classification-4", "*"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the Docker image
train_image_uri = 
 image_uris.retrieve(model_id=model_id,model_version=model_version,image_scope="training",instance_type=training_instance_type,region=None,framework=None)

# Retrieve the training script
train_source_uri = script_uris.retrieve(model_id=model_id, model_version=model_version, 
 script_scope="training")

# Retrieve the pretrained model tarball for transfer learning
train_model_uri = model_uris.retrieve(model_id=model_id, model_version=model_version, 
 model_scope="training")

# Retrieve the default hyper-parameters for fine-tuning the model
hyperparameters = hyperparameters.retrieve_default(model_id=model_id, 
 model_version=model_version)

# [Optional] Override default hyperparameters with custom values
hyperparameters["epochs"] = "5"

# The sample training data is available in the following S3 bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/tf_flowers/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-ic-training"
s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

# Create SageMaker Estimator instance
tf_ic_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
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    output_path=s3_output_location,
)

# Use S3 path of the training data to launch SageMaker TrainingJob
tf_ic_estimator.fit({"training": training_dataset_s3_path}, logs=True)

Interface de entrada e saída para o TensorFlow algoritmo de classificação de imagens

Cada um dos modelos pré-treinados listados em TensorFlow Hub Models pode ser ajustado a 
qualquer conjunto de dados com qualquer número de classes de imagem. Lembre-se de como 
formatar seus dados de treinamento para entrada no TensorFlow modelo de Classificação de 
Imagens.

• Formato de entrada de dados de treinamento: Seus dados de treinamento devem ser um diretório 
com tantos subdiretórios quanto o número de classes. Cada subdiretório deve conter imagens 
pertencentes a essa classe no formato .jpg, .jpeg ou .png.

Veja a seguir um exemplo de uma estrutura de diretório de entrada. Esse exemplo de conjunto de 
dados tem duas classes: roses e dandelion. Os arquivos de imagem em cada pasta de classe 
podem ter qualquer nome. O diretório de entrada deve ser hospedado em um bucket do Amazon S3 
com um caminho semelhante ao seguinte: s3://bucket_name/input_directory/. Observe 
que o rastreamento / é obrigatório.

input_directory 
    |--roses 
        |--abc.jpg 
        |--def.jpg 
    |--dandelion 
        |--ghi.jpg 
        |--jkl.jpg

Modelos treinados geram arquivos de mapeamento de rótulos que mapeiam nomes de pastas de 
classes para os índices na lista de probabilidades de classes de saída. Esse mapeamento está em 
ordem alfabética. Por exemplo, no exemplo anterior, a classe dente-de-leão é índice 0 e a classe 
rosas é índice 1.

Após o treinamento, você tem um modelo ajustado que pode ser treinado ainda mais usando 
treinamento incremental ou implantado para inferência. O TensorFlow algoritmo de classificação de 
imagens adiciona automaticamente uma assinatura de pré-processamento e pós-processamento ao 
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modelo ajustado para que ele possa capturar imagens como entrada e retornar probabilidades de 
classe. O arquivo que mapeia índices de classe para rótulos de classe é salvo junto com os modelos.

Treinamento incremental

Você pode semear o treinamento de um novo modelo com artefatos de um modelo com SageMaker 
o qual você treinou anteriormente. Um treinamento incremental economiza tempo de treinamento 
quando você deseja treinar um novo modelo com dados iguais ou semelhantes.

Note

Você só pode semear um SageMaker modelo de Classificação de Imagem com outro 
TensorFlow modelo de Classificação de Imagem treinado SageMaker. TensorFlow

Você pode usar qualquer conjunto de dados para treinamento incremental, desde que o conjunto 
de classes permaneça o mesmo. A etapa de treinamento incremental é semelhante à etapa de 
ajuste fino, mas em vez de começar com um modelo pré-treinado, você começa com um modelo 
já ajustado. Para obter um exemplo de treinamento incremental com o TensorFlow algoritmo de 
Classificação de SageMaker Imagens, consulte o caderno de amostra Introdução à SageMaker 
TensorFlow Classificação de Imagens.

Inferência com o algoritmo de classificação de imagens TensorFlow

Você pode hospedar o modelo ajustado que resulta do seu treinamento de Classificação de 
TensorFlow Imagens para inferência. Qualquer imagem de entrada para inferência deve estar em 
formato .jpg, jpeg ou .png e ser tipo de conteúdo application/x-image. O TensorFlow 
algoritmo de classificação de imagens redimensiona as imagens de entrada automaticamente.

A execução da inferência resulta em valores de probabilidade, rótulos de classe para todas as 
classes e o rótulo previsto correspondente ao índice da classe com a maior probabilidade codificada 
no formato JSON. O TensorFlow modelo de classificação de imagens processa uma única imagem 
por solicitação e gera somente uma linha. Veja a seguir um exemplo de resposta no formato JSON:

accept: application/json;verbose 

 {"probabilities": [prob_0, prob_1, prob_2, ...], 
  "labels":        [label_0, label_1, label_2, ...], 
  "predicted_label": predicted_label}
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Se accept estiver definido como application/json, o modelo só gera probabilidades. Para 
obter mais informações sobre treinamento e inferência com o TensorFlow algoritmo de Classificação 
de Imagens, consulte o caderno de amostra Introdução à SageMaker TensorFlow Classificação de 
Imagens.

Recomendação de instância do Amazon EC2 para o algoritmo de classificação de imagens 
TensorFlow

O TensorFlow algoritmo de classificação de imagens oferece suporte a todas as instâncias de CPU e 
GPU para treinamento, incluindo:

• ml.p2.xlarge

• ml.p2.16xlarge

• ml.p3.2xlarge

• ml.p3.16xlarge

• ml.g4dn.xlarge

• ml.g4dn.16.xlarge

• ml.g5.xlarge

• ml.g5.48xlarge

Recomendamos instâncias de GPU com mais memória para treinamento com grandes tamanhos 
de lote. Tanto as instâncias de CPU (como M5) quanto as de GPU (P2, P3, G4dn ou G5) podem ser 
usadas para inferência.

Classificação de imagens - TensorFlow exemplos de cadernos

Para obter mais informações sobre como usar o TensorFlow algoritmo de Classificação de 
SageMaker Imagens para transferir o aprendizado em um conjunto de dados personalizado, consulte 
o caderno Introdução à SageMaker TensorFlow Classificação de Imagens.

Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode usar 
para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker Notebook Depois 
de criar uma instância do notebook e abri-la, selecione a guia SageMakerExemplos para ver uma 
lista de todas as SageMaker amostras. Para abrir um caderno, escolha sua guia Use (Uso) e depois 
escolha Create copy (Criar cópia).
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https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/image_classification_tensorflow/Amazon_TensorFlow_Image_Classification.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/image_classification_tensorflow/Amazon_TensorFlow_Image_Classification.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/image_classification_tensorflow/Amazon_TensorFlow_Image_Classification.ipynb
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Como TensorFlow funciona a classificação de imagens

O TensorFlow algoritmo Image Classification - pega uma imagem como entrada e a classifica em 
um dos rótulos da classe de saída. Várias redes de aprendizado profundo MobileNet, como, ResNet, 
Inception e, EfficientNet são altamente precisas para classificação de imagens. Também existem 
redes de aprendizado profundo que são treinadas em grandes conjuntos de dados de imagens, 
como, por exemplo ImageNet, que tem mais de 11 milhões de imagens e quase 11.000 aulas. 
Depois que uma rede é treinada com ImageNet dados, você pode então ajustar a rede em um 
conjunto de dados com um foco específico para realizar tarefas de classificação mais específicas. 
O TensorFlow algoritmo Amazon SageMaker Image Classification suporta o aprendizado por 
transferência em muitos modelos pré-treinados que estão disponíveis no TensorFlow Hub.

De acordo com o número de rótulos de classe em seus dados de treinamento, uma camada de 
classificação é anexada ao modelo TensorFlow Hub pré-treinado de sua escolha. A camada de 
classificação consiste em uma camada suspensa, uma camada densa e uma camada totalmente 
conectada com regularizador de duas normas e é inicializada com pesos aleatórios. O modelo tem 
hiperparâmetros para a taxa de eliminação da camada de eliminação e o fator de regularização L2 
para a camada densa. Você pode, então, ajustar toda a rede (incluindo o modelo pré-treinado) ou 
somente a camada de classificação superior nos novos dados de treinamento. Com esse método de 
transferência de aprendizado, é possível treinar com conjuntos de dados menores.

TensorFlow Modelos de hub

Os seguintes modelos pré-treinados estão disponíveis para uso no aprendizado por transferência 
com o TensorFlow algoritmo de Classificação de Imagens.

Os modelos a seguir variam significativamente em tamanho, número de parâmetros do modelo, 
tempo de treinamento e latência de inferência para qualquer conjunto de dados. O melhor modelo 
para seu caso de uso depende da complexidade do seu conjunto de dados de ajuste fino e de 
quaisquer requisitos que você tenha sobre tempo de treinamento, latência de inferência ou precisão 
do modelo.

Nome do modelo model_id Origem

MobileNet V2 1.0 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
100-224-classifica 
tion-4

TensorFlow Link do hub
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https://tfhub.dev/google/imagenet/mobilenet_v2_100_224/classification/4
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Nome do modelo model_id Origem

MobileNet V2 0,75 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
075-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V2 0.50 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
050-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V2 0.35 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
035-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V2 1.40 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
140-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V2 1.30 224 tensorflow-ic-imag 
enet-mobilenet-v2- 
130-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V2 tensorflow-ic-tf2- 
preview-mobilenet- 
v2-classification-4

TensorFlow Link do hub

Inception V3 tensorflow-ic-imag 
enet-inception-v3- 
classification-4

TensorFlow Link do hub

Inception V2 tensorflow-ic-imag 
enet-inception-v2- 
classification-4

TensorFlow Link do hub
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https://tfhub.dev/google/imagenet/mobilenet_v2_075_224/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v2_050_224/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v2_035_224/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v2_140_224/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v2_130_224/classification/4
https://tfhub.dev/google/tf2-preview/mobilenet_v2/classification/4
https://tfhub.dev/google/imagenet/inception_v3/classification/4
https://tfhub.dev/google/imagenet/inception_v2/classification/4
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Nome do modelo model_id Origem

Inception V1 tensorflow-ic-imag 
enet-inception-v1- 
classification-4

TensorFlow Link do hub

Prévia do Inception V3 tensorflow-ic-tf2- 
preview-inception- 
v3-classification-4

TensorFlow Link do hub

Início V2 ResNet tensorflow-ic-imag 
enet-inception-res 
net-v2-classificat 
ion-4

TensorFlow Link do hub

ResNet V2 50 tensorflow-ic-imag 
enet-resnet-v2-50- 
classification-4

TensorFlow Link do hub

ResNet V2 101 tensorflow-ic-imag 
enet-resnet-v2-101-
classification-4

TensorFlow Link do hub

ResNet V2 152 tensorflow-ic-imag 
enet-resnet-v2-152-
classification-4

TensorFlow Link do hub

ResNet V1 50 tensorflow-ic-imag 
enet-resnet-v1-50- 
classification-4

TensorFlow Link do hub

ResNet V1 101 tensorflow-ic-imag 
enet-resnet-v1-101-
classification-4

TensorFlow Link do hub

ResNet V1 152 tensorflow-ic-imag 
enet-resnet-v1-152-
classification-4

TensorFlow Link do hub
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https://tfhub.dev/google/imagenet/inception_v1/classification/4
https://tfhub.dev/google/tf2-preview/inception_v3/classification/4
https://tfhub.dev/google/imagenet/inception_resnet_v2/classification/4
https://tfhub.dev/google/imagenet/resnet_v2_50/classification/4
https://tfhub.dev/google/imagenet/resnet_v2_101/classification/4
https://tfhub.dev/google/imagenet/resnet_v2_152/classification/4
https://tfhub.dev/google/imagenet/resnet_v1_50/classification/4
https://tfhub.dev/google/imagenet/resnet_v1_101/classification/4
https://tfhub.dev/google/imagenet/resnet_v1_152/classification/4
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Nome do modelo model_id Origem

ResNet 50 tensorflow-ic-imag 
enet-resnet-50-cla 
ssification-4

TensorFlow Link do hub

EfficientNet B0 tensorflow-ic-effi 
cientnet-b0-classi 
fication-1

TensorFlow Link do hub

EfficientNet B1 tensorflow-ic-effi 
cientnet-b1-classi 
fication-1

TensorFlow Link do hub

EfficientNet B2 tensorflow-ic-effi 
cientnet-b2-classi 
fication-1

TensorFlow Link do hub

EfficientNet B3 tensorflow-ic-effi 
cientnet-b3-classi 
fication-1

TensorFlow Link do hub

EfficientNet B4 tensorflow-ic-effi 
cientnet-b4-classi 
fication-1

TensorFlow Link do hub

EfficientNet B5 tensorflow-ic-effi 
cientnet-b5-classi 
fication-1

TensorFlow Link do hub

EfficientNet B6 tensorflow-ic-effi 
cientnet-b6-classi 
fication-1

TensorFlow Link do hub

EfficientNet B7 tensorflow-ic-effi 
cientnet-b7-classi 
fication-1

TensorFlow Link do hub
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https://tfhub.dev/google/imagenet/resnet_50/classification/1
https://tfhub.dev/google/efficientnet/b0/classification/1
https://tfhub.dev/google/efficientnet/b1/classification/1
https://tfhub.dev/google/efficientnet/b2/classification/1
https://tfhub.dev/google/efficientnet/b3/classification/1
https://tfhub.dev/google/efficientnet/b4/classification/1
https://tfhub.dev/google/efficientnet/b5/classification/1
https://tfhub.dev/google/efficientnet/b6/classification/1
https://tfhub.dev/google/efficientnet/b7/classification/1
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Nome do modelo model_id Origem

EfficientNet B0 Lite tensorflow-ic-effi 
cientnet-lite0-cla 
ssification-2

TensorFlow Link do hub

EfficientNet B1 Lite tensorflow-ic-effi 
cientnet-lite1-cla 
ssification-2

TensorFlow Link do hub

EfficientNet B2 Lite tensorflow-ic-effi 
cientnet-lite2-cla 
ssification-2

TensorFlow Link do hub

EfficientNet B3 Lite tensorflow-ic-effi 
cientnet-lite3-cla 
ssification-2

TensorFlow Link do hub

EfficientNet B4 Lite tensorflow-ic-effi 
cientnet-lite4-cla 
ssification-2

TensorFlow Link do hub

MobileNet V1 1.00 224 tensorflow-ic-imag 
enet-mobilenet-v1- 
100-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 1.00 192 tensorflow-ic-imag 
enet-mobilenet-v1- 
100-192-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 1.00 160 tensorflow-ic-imag 
enet-mobilenet-v1- 
100-160-classifica 
tion-4

TensorFlow Link do hub

Usar algoritmos internos 3104

https://tfhub.dev/tensorflow/efficientnet/lite0/classification/2
https://tfhub.dev/tensorflow/efficientnet/lite1/classification/2
https://tfhub.dev/tensorflow/efficientnet/lite2/classification/2
https://tfhub.dev/tensorflow/efficientnet/lite3/classification/2
https://tfhub.dev/tensorflow/efficientnet/lite4/classification/2
https://tfhub.dev/google/imagenet/mobilenet_v1_100_224/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_100_192/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_100_160/classification/4
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Nome do modelo model_id Origem

MobileNet V1 1.00 128 tensorflow-ic-imag 
enet-mobilenet-v1- 
100-128-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,75 224 tensorflow-ic-imag 
enet-mobilenet-v1- 
075-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,75 192 tensorflow-ic-imag 
enet-mobilenet-v1- 
075-192-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,75 160 tensorflow-ic-imag 
enet-mobilenet-v1- 
075-160-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,75 128 tensorflow-ic-imag 
enet-mobilenet-v1- 
075-128-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,50 224 tensorflow-ic-imag 
enet-mobilenet-v1- 
050-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,50 192 tensorflow-ic-imag 
enet-mobilenet-v1- 
050-192-classifica 
tion-4

TensorFlow Link do hub
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https://tfhub.dev/google/imagenet/mobilenet_v1_100_128/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_075_224/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_075_192/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_075_160/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_075_128/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_050_224/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_050_192/classification/4
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Nome do modelo model_id Origem

MobileNet V1 1.00 160 tensorflow-ic-imag 
enet-mobilenet-v1- 
050-160-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,50 128 tensorflow-ic-imag 
enet-mobilenet-v1- 
050-128-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,25 224 tensorflow-ic-imag 
enet-mobilenet-v1- 
025-224-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,25 192 tensorflow-ic-imag 
enet-mobilenet-v1- 
025-192-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,25 160 tensorflow-ic-imag 
enet-mobilenet-v1- 
025-160-classifica 
tion-4

TensorFlow Link do hub

MobileNet V1 0,25 128 tensorflow-ic-imag 
enet-mobilenet-v1- 
025-128-classifica 
tion-4

TensorFlow Link do hub

Bits-S R50x1 tensorflow-ic-bit- 
s-r50x1-ilsvrc2012-
classification-1

TensorFlow Link do hub
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https://tfhub.dev/google/imagenet/mobilenet_v1_050_160/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_050_128/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_025_224/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_025_192/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_025_160/classification/4
https://tfhub.dev/google/imagenet/mobilenet_v1_025_128/classification/4
https://tfhub.dev/google/bit/s-r50x1/ilsvrc2012_classification/1
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Nome do modelo model_id Origem

Bits-S R50x3 tensorflow-ic-bit- 
s-r50x3-ilsvrc2012-
classification-1

TensorFlow Link do hub

BiT-S R101x1 tensorflow-ic-bit-s-
r101x1-ilsvrc2012-
classification-1

TensorFlow Link do hub

BiT-S R101x3 tensorflow-ic-bit-s-
r101x3-ilsvrc2012-
classification-1

TensorFlow Link do hub

BiT-M R50x1 tensorflow-ic-bit- 
m-r50x1-ilsvrc2012-
classification-1

TensorFlow Link do hub

BiT-M R50x3 tensorflow-ic-bit- 
m-r50x3-ilsvrc2012-
classification-1

TensorFlow Link do hub

BiT-M R101x1 tensorflow-ic-bit-m-
r101x1-ilsvrc2012-
classification-1

TensorFlow Link do hub

BiT-M R101x3 tensorflow-ic-bit-m-
r101x3-ilsvrc2012-
classification-1

TensorFlow Link do hub

Bit-m R50x1 -21k ImageNet tensorflow-ic-bit-m-
r50x1-imagenet21k-
classification-1

TensorFlow Link do hub

Bit-m R50x3 -21k ImageNet tensorflow-ic-bit-m-
r50x3-imagenet21k-
classification-1

TensorFlow Link do hub
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https://tfhub.dev/google/bit/s-r50x3/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/s-r101x1/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/s-r101x3/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r50x1/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r50x3/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r101x1/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r101x3/ilsvrc2012_classification/1
https://tfhub.dev/google/bit/m-r50x1/imagenet21k_classification/1
https://tfhub.dev/google/bit/m-r50x3/imagenet21k_classification/1
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Nome do modelo model_id Origem

Bit-m R101x1 -21k ImageNet tensorflow-ic-bit-m-
r101x1-imagenet21k-
classification-1

TensorFlow Link do hub

Bit-m R101x3 -21k ImageNet tensorflow-ic-bit-m-
r101x3-imagenet21k-
classification-1

TensorFlow Link do hub

Classificação de imagens - TensorFlow Hiperparâmetros

Hiperparâmetros são parâmetros definidos antes de um modelo de machine learning começar a 
aprender. Os hiperparâmetros a seguir são suportados pelo TensorFlow algoritmo de Classificação 
de Imagem SageMaker incorporado da Amazon. Para obter informações sobre ajuste de 
hiperparâmetros, consulte Ajustar uma classificação de imagens - TensorFlow modelo.

Nome do parâmetro Descrição

augmentation Defina "True" para aplicar augmentation_random_flip ,
augmentation_random_rotation  e augmentat 
ion_random_zoom  nos dados de treinamento.

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

augmentation_rando 
m_flip

Indica qual modo de inversão usar para aumentar os dados 
quando augmentation  está definido como "True". Para 
obter mais informações, consulte RandomFlipa TensorFlow 
documentação.

Valores válidos: string, qualquer um dos seguintes: ("horizont 
al_and_vertical" , "vertical"  ou "None").

Valor padrão: "horizontal_and_vertical" .
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https://tfhub.dev/google/bit/m-r101x1/imagenet21k_classification/1
https://tfhub.dev/google/bit/m-r101x3/imagenet21k_classification/1
https://www.tensorflow.org/api_docs/python/tf/keras/layers/RandomFlip
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Nome do parâmetro Descrição

augmentation_rando 
m_rotation

Indica quanta rotação usar para aumentar os dados quando
augmentation  está definido como "True". Os valores 
representam uma fração de 2π. Valores positivos giram no 
sentido anti-horário, enquanto valores negativos giram no 
sentido horário. 0 significa nenhuma rotação. Para obter 
mais informações, consulte RandomRotationa TensorFlow 
documentação.

Valores válidos: flutuante, intervalo: [-1.0, 1.0].

Valor padrão: 0.2.

augmentation_rando 
m_zoom

Indica quanto zoom vertical usar para aumentar os dados 
quando augmentation  está definido como "True". Os 
valores positivos reduzem o zoom, enquanto os valores 
negativos ampliam o zoom. 0 significa que não há zoom. Para 
obter mais informações, consulte RandomZooma TensorFlow 
documentação.

Valores válidos: flutuante, intervalo: [-1.0, 1.0].

Valor padrão: 0.1.

batch_size O tamanho do lote para treinamento. Para treinamento em 
instâncias com várias GPUs, este tamanho de lote é usado em 
todas as GPUs.

Valores válidos: número inteiro positivo.

Valor padrão: 32.

beta_1 O beta1 para o otimizador "adam". Representa a taxa de 
degradação exponencial para as estimativas de primeiro 
momento. Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.9.
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https://www.tensorflow.org/api_docs/python/tf/keras/layers/RandomRotation
https://www.tensorflow.org/api_docs/python/tf/keras/layers/RandomZoom
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Nome do parâmetro Descrição

beta_2 O beta2 para o otimizador "adam". Representa a taxa de 
degradação exponencial para as estimativas de segundo 
momento. Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.999.

binary_mode Quando binary_mode  é definido como "True", o modelo 
retorna um único número de probabilidade para a classe 
positiva e pode usar eval_metric  opções adicionais. Use 
somente para problemas de classificação binária.

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

dropout_rate A taxa de eliminação da camada de eliminação na camada de 
classificação superior.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.2

early_stopping Defina para "True" para usar a lógica de interrupção antecipad 
a durante o treinamento. Se "False", a interrupção antecipada 
não é usada.

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

Usar algoritmos internos 3110
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Nome do parâmetro Descrição

early_stopping_min 
_delta

A alteração mínima necessária para se qualificar como uma 
melhoria. Uma mudança absoluta menor que o valor de
early_stopping_min_delta  não se qualifica como 
melhoria. Usado somente quando early_stopping  for 
definido como "True".

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.0.

early_stopping_pat 
ience

O número de épocas para continuar treinando sem melhorias. 
Usado somente quando early_stopping  for definido como
"True".

Valores válidos: número inteiro positivo.

Valor padrão: 5.

epochs O número de epochs de treinamento.

Valores válidos: número inteiro positivo.

Valor padrão: 3.

epsilon O épsilon para os otimizadores "adam", "rmsprop" ,
"adadelta"  e "adagrad" . Geralmente é definido como 
um valor baixo, para evitar a divisão por 0. Ignorado por outros 
otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 1e-7.

Usar algoritmos internos 3111
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Nome do parâmetro Descrição

eval_metric Se binary_mode  for definido como "False", eval_metr 
ic  só pode ser "accuracy" . Se binary_mode  for
"True", selecione qualquer um dos valores válidos. Para obter 
mais informações, consulte Métricas na TensorFlow documenta 
ção.

Valores válidos: string, qualquer um dos seguintes: ("accuracy 
" , "precision" , "recall", "auc" ou "prc").

Valor padrão: "accuracy" .

image_resize_inter 
polation

Indica o método de interpolação usado ao redimensionar 
imagens. Para obter mais informações, consulte image.resize
na documentação. TensorFlow

Valores válidos: string, qualquer um dos seguintes: ("bilinear 
" , "nearest" , "bicubic" , "area", "lanczos3"  ,
"lanczos5" , "gaussian" ou "mitchellcubic" ).

Valor padrão: "bilinear" .

initial_accumulato 
r_value

O valor inicial para os acumuladores, ou os valores de 
momentum por parâmetro, para o otimizador "adagrad" . 
Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.0001.

label_smoothing Indica o quanto relaxar a confiança nos valores do rótulo. Por 
exemplo, se label_smoothing  for 0.1, os rótulos que não 
são de destino são 0.1/num_classes  e os rótulos de 
destino são 0.9+0.1/num_classes .

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.1.
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Nome do parâmetro Descrição

learning_rate A taxa de aprendizagem do otimizador.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.001.

momentum A dinâmica para os otimizadores "sgd", "nesterov"  e
"rmsprop" . Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.9.

optimizer O tipo de otimizador. Para obter mais informações, consulte
Otimizadores na TensorFlow documentação.

Valores válidos: string, qualquer um dos seguintes: ("adam",
"sgd", "nesterov" , "rmsprop" ,  "adagrad"  ou
"adadelta" ).

Valor padrão: "adam".

regularizers_l2 O fator de regularização L2 para a camada densa na camada de 
classificação.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: .0001.
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Nome do parâmetro Descrição

reinitialize_top_l 
ayer

Se definido como "Auto", os parâmetros da camada de 
classificação superior são reinicializados durante o ajuste fino. 
Para treinamento incremental, os parâmetros da camada de 
classificação superior não são reinicializados, a menos que 
sejam definidos como "True".

Valores válidos: string, qualquer um dos seguintes: ("Auto",
"True" ou "False").

Valor padrão: "Auto".

rho O fator de desconto para o gradiente dos otimizadores
"adadelta"  e "rmsprop" . Ignorado por outros otimizado 
res.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.95.

train_only_top_layer Se "True", somente os parâmetros da camada de classific 
ação superior forem ajustados. Se "False", todos os 
parâmetros do modelo são ajustados.

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

Ajustar uma classificação de imagens - TensorFlow modelo

O ajuste automático de modelos, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.
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Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo de Classificação de Imagens TensorFlow

O algoritmo de classificação de imagens é um algoritmo supervisionado. Ele relata uma métrica de 
precisão que é calculada durante o treinamento. Ao ajustar o modelo, escolha essa métrica como a 
métrica objetiva.

Nome da métrica Descrição Direção de otimização

validatio 
n:accuracy

A proporção do número de previsões corretas 
para o número total de previsões feitas.

Maximizar

Classificação de imagem ajustável - hiperparâmetros TensorFlow

Ajuste um modelo de classificação de imagem com os seguintes hiperparâmetros. Os 
hiperparâmetros que têm o maior impacto nas métricas objetivas de classificação de imagem são:
batch_size, learning_rate e optimizer. Os hiperparâmetros ajustáveis relacionados ao 
otimizador como momentum, regularizers_l2, beta_1, beta_2 e eps com base no optimizer
selecionado. Por exemplo, use beta_1 e beta_2 somente quando adam for o optimizer.

Para obter mais informações sobre quais hiperparâmetros são usados para cada optimizer, 
consulte Classificação de imagens - TensorFlow Hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

batch_size IntegerParameterRanges MinValue: 8, 
MaxValue 512

beta_1 ContinuousParameterRanges MinValue: 1e-6, 0,99 
MaxValue

beta_2 ContinuousParameterRanges MinValue: 1e-6, 0,99 
MaxValue
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

eps ContinuousParameterRanges MinValue: 1e-8, 
MaxValue: 1,0

learning_rate ContinuousParameterRanges MinValue: 1e-6, 0,5 
MaxValue

momentum ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,99

optimizer CategoricalParameterRanges ['sgd', ‘adam’, 
‘rmsprop’, 'nesterov', 
'adagrad', 'adadelta']

regularizers_l2 ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,99

train_onl 
y_top_layer

ContinuousParameterRanges ['True', 'False']

Detecção de objetos - MXNet

O algoritmo de detecção de objetos do Amazon SageMaker - MXNet detecta e classifica objetos 
em imagens usando uma única rede neural profunda. Ele é um algoritmo de aprendizagem 
supervisionada que captura imagens como entrada e identifica todas as instâncias de objetos na 
cena da imagem. O objeto é categorizado em uma das classes de uma coleção especificada, com 
uma pontuação de confiança que pertence à classe. Sua localização e escala na imagem são 
indicadas por uma caixa delimitadora retangular. Ele usa a estrutura Single Shot multibox Detector 
(SSD) e oferece suporte para duas redes de base: VGG e ResNet. A rede pode ser treinada do zero 
ou treinada com modelos que tenham sido pré-treinados no conjunto de dados do ImageNet.

Tópicos

• Interface de entrada/saída para o algoritmo de Detecção de objeto

• Recomendação de instâncias do EC2 para o algoritmo de Detecção de objeto

• Blocos de anotações de amostra para Detecção de objetos
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• Como funciona a detecção de objetos

• Hiperparâmetros de detecção de objetos

• Ajustar um modelo de Detecção de objetos

• Formatos de solicitação e resposta de Detecção de objetos

Interface de entrada/saída para o algoritmo de Detecção de objeto

O algoritmo de detecção de objetos do SageMaker oferece suporte para os tipos de conteúdo 
RecordIO (application/x-recordio) e de imagem (image/png, image/jpeg e
application/x-image) para treinamento no modo File e oferece suporte a RecordIO 
(application/x-recordio) para treinamento no modo Pipe. No entanto, você também pode 
treinar no modo de Pipe usando arquivos de imagem (image/png, image/jpeg e application/
x-image) sem criar arquivos RecordIO, usando o formato de manifesto aumentado. O formato de 
entrada recomendado para os algoritmos de Detecção de objetos do Amazon SageMaker é Apache 
MXNet RecordIO. No entanto, você também pode usar imagens brutas nos formatos .jpg ou .png. O 
algoritmo é compatível com o application/x-image apenas para inferência.

Note

Para manter melhor interoperabilidade com as estruturas de deep learning existentes, ele se 
difere dos formatos de dados protobuf comumente usados por outros algoritmos do Amazon 
SageMaker.

Consulte o Blocos de anotações de amostra para Detecção de objetos para obter mais detalhes 
sobre formatos de dados.

Treinar com o formato RecordIO

Se você usar o formato RecordIO para treinamento, especifique ambos os canais de treinamento e 
validação como valores para o parâmetro InputDataConfig da solicitação CreateTrainingJob. 
Especifique um arquivo RecordIO (.rec) no canal de treinamento e um arquivo RecordIO no canal 
de validação. Defina o tipo de conteúdo para ambos os canais como application/x-recordio. 
Um exemplo de como gerar o arquivo RecordIO pode ser encontrado no bloco de anotações de 
amostra de detecção de objeto. Você também pode usar as ferramentas do GluonCV do MXNet para 
gerar arquivos RecordIO para conjuntos de dados populares como PASCAL Visual Object Classes e
Common Objects in Context (COCO).
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Treinar com o formato de imagem

Se você usar o formato de imagens para treinamento, especifique os canais train, validation,
train_annotation e validation_annotation como valores para o parâmetro
InputDataConfig da solicitação CreateTrainingJob. Especifique os arquivos de dados 
de imagem individuais (.jpg ou .png) para os canais de treinamento e validação. Para dados de 
anotação, você pode usar o formato JSON. Especifique os arquivos .json correspondentes nos 
canais de train_annotation e validation_annotation. Defina o tipo de conteúdo para todos 
os quatro canais como image/png ou image/jpeg com base no tipo de imagem. Você também 
pode usar o tipo de conteúdo application/x-image quando seu conjunto de dados contiver 
imagens .jpg e .png. Veja a seguir um exemplo de arquivo .json.

{ 
   "file": "your_image_directory/sample_image1.jpg", 
   "image_size": [ 
      { 
         "width": 500, 
         "height": 400, 
         "depth": 3 
      } 
   ], 
   "annotations": [ 
      { 
         "class_id": 0, 
         "left": 111, 
         "top": 134, 
         "width": 61, 
         "height": 128 
      }, 
      { 
         "class_id": 0, 
         "left": 161, 
         "top": 250, 
         "width": 79, 
         "height": 143 
      }, 
      { 
         "class_id": 1, 
         "left": 101, 
         "top": 185, 
         "width": 42, 
         "height": 130 
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      } 
   ], 
   "categories": [ 
      { 
         "class_id": 0, 
         "name": "dog" 
      }, 
      { 
         "class_id": 1, 
         "name": "cat" 
      } 
   ]
}

Cada imagem precisa de um arquivo .json para anotação, e o arquivo .json deve ter o mesmo 
nome da imagem correspondente. O nome do arquivo .json acima deve ser "sample_image1.json". 
Existem quatro propriedades no arquivo .json de anotação. A propriedade "file" especifica o 
caminho relativo do arquivo de imagem. Por exemplo, se as suas imagens de treinamento e os 
arquivos .json correspondentes estiverem armazenados em s3://seu_bucket/train/sample_image 
e s3://seu_bucket/train_annotation, especifique o caminho para seus os canais train e 
train_annotation como s3://seu_bucket/train e s3://seu_bucket/train_annotation, respectivamente.

No arquivo .json, o caminho relativo para uma imagem denominada sample_image1.jpg deve 
ser sample_image/sample_image1.jpg. A propriedade "image_size" especifica as dimensões 
gerais da imagem. O algoritmo de Detecção de objetos do SageMaker atualmente oferece suporte 
apenas para imagens de 3 canais. A propriedade "annotations" especifica as categorias e caixas 
delimitadoras para os objetos dentro da imagem. Cada objeto é anotado por um índice "class_id"
e por quatro coordenadas da caixa delimitadora ("left", "top", "width", "height"). Os valores
"left" (coordenada x) e "top" (coordenada y) representam o canto superior esquerdo da caixa 
delimitadora. Os valores "width" (coordenada x) e "height" (coordenada y) representam as 
dimensões da caixa delimitadora. A origem (0, 0) é o canto superior esquerdo da imagem inteira. Se 
você tiver vários objetos em uma imagem, todas as anotações deverão ser incluídas em um único 
arquivo .json. A propriedade "categories" armazena o mapeamento entre o índice de classe e o 
nome da classe. Os índices de classe devem ser numerados sucessivamente, e a numeração deve 
começar com 0. A propriedade "categories" é opcional para o arquivo .json de anotação

Treinar com o formato de imagem de manifesto aumentado

O formato de manifesto aumentado permite que você faça treinamentos no modo de Pipe usando 
arquivos de imagem, sem precisar criar arquivos RecordIO. Você precisa especificar ambos 
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os canais de treinamento e de validação como valores para o parâmetro InputDataConfig
da solicitação CreateTrainingJob. Ao usar esse formato, é necessário gerar um arquivo de 
manifesto do S3 contendo a lista de imagens e suas anotações correspondentes. O formato 
de arquivo de manifesto deve estar no formato linhas JSON, em que cada linha representa 
uma amostra. As imagens são especificadas usando a tag 'source-ref', que aponta 
para a localização do S3 da imagem. As anotações são fornecidas sob o valor do parâmetro
"AttributeNames", conforme especificado na solicitação CreateTrainingJob. Elas 
também podem conter metadados adicionais sob a tag metadata, mas estas são ignoradas pelo 
algoritmo. No exemplo a seguir, os "AttributeNames estão contidos na lista ["source-ref", 
"bounding-box"]:

{"source-ref": "s3://your_bucket/image1.jpg", "bounding-box":{"image_size":[{ "width": 
 500, "height": 400, "depth":3}], "annotations":[{"class_id": 0, "left": 111, "top": 
 134, "width": 61, "height": 128}, {"class_id": 5, "left": 161, "top": 250, "width": 
 80, "height": 50}]}, "bounding-box-metadata":{"class-map":{"0": "dog", "5": "horse"}, 
 "type": "groundtruth/object-detection"}}
{"source-ref": "s3://your_bucket/image2.jpg", "bounding-box":{"image_size":[{ "width": 
 400, "height": 300, "depth":3}], "annotations":[{"class_id": 1, "left": 100, "top": 
 120, "width": 43, "height": 78}]}, "bounding-box-metadata":{"class-map":{"1": "cat"}, 
 "type": "groundtruth/object-detection"}}

A ordem dos "AttributeNames" nos arquivos de entrada é importante ao treinar o algoritmo 
Detecção de objetos. Ele aceita dados redirecionados em uma ordem específica, com image
primeiro, seguido por annotations. Portanto, os "AttributeNames" nesse exemplo são fornecidos 
com "source-ref" primeiro, seguido por "bounding-box". Ao usar Detecção de objetos 
com Manifesto aumentado, o valor do parâmetro RecordWrapperType deve ser definido como
"RecordIO".

Para obter mais informações sobre arquivos manifestos aumentados, consulte Fornecer metadados 
de conjunto de dados para trabalhos de treinamento com um arquivo de Manifesto aumentado.

Treinamento incremental

Você também pode propagar o treinamento de um novo modelo usando os artefatos de um modelo 
anteriormente treinado com o SageMaker. Um treinamento incremental economiza tempo de 
treinamento quando você deseja treinar um novo modelo com dados iguais ou semelhantes. Os 
modelos de detecção de objetos do SageMaker só podem ser propagados com outro modelo de 
detecção de objetos integrado treinado no SageMaker.
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Para usar um modelo pré-treinado, na solicitação CreateTrainingJob, especifique ChannelName
como "modelo" no parâmetro InputDataConfig. Defina o ContentType para o canal do modelo 
como application/x-sagemaker-model. Os hiperparâmetros de entrada do novo modelo e 
do modelo pré-treinado que você transfere por upload no canal do modelo devem ter as mesmas 
configurações para os parâmetros de entrada base_network e num_classes. Esses parâmetros 
definem a arquitetura da rede. Para o arquivo de modelo pré-treinado, use os artefatos do modelo 
compactados (no formato .tar.gz) processados pelo SageMaker. Você pode usar os formatos 
RecordIO ou de imagem para dados de entrada.

Para obter mais informações sobre treinamento incremental e instruções sobre como usá-lo, consulte
Use o treinamento incremental no Amazon SageMaker.

Recomendação de instâncias do EC2 para o algoritmo de Detecção de objeto

O algoritmo de detecção de objetos oferece suporte para famílias de instâncias de GPU P2, P3, 
G4dn e G5. Recomendamos o uso de instâncias de GPU com mais memória para treinamento 
com grandes tamanhos de lote. Você pode executar o algoritmo de detecção de objetos em 
configurações de várias GPUs e várias máquinas para treinamento distribuído.

Você pode usar instâncias de CPU (como C5 e M5) e de GPU (como P3 e G4dn) para inferência.

Blocos de anotações de amostra para Detecção de objetos

Para um caderno de exemplo que mostra como usar o algoritmo de detecção de Objetos do 
SageMaker para treinar e hospedar um modelo no

conjunto de dados Caltech Birds (CUB 200 2011) usando o algoritmo de detector multi-box de 
disparo único (Single Shot Multibox Detector, SSD), consulte Detecção de objetos do Amazon 
SageMaker para espécies de pássaros. Para obter instruções sobre como criar e acessar instâncias 
do bloco de anotações Jupyter que podem ser usadas para executar o exemplo no SageMaker, 
consulte Instâncias do Amazon SageMaker Notebook. Depois de criar uma instância de bloco de 
anotações Jupyter e abri-la, selecione a guia Exemplos do SageMaker para ver uma lista de todas 
as amostras do SageMaker. O exemplo de bloco de anotações de detecção de objeto que usa o 
algoritmo de detecção de objetos está localizado na seção Introdução aos algoritmos da Amazon. 
Para abrir um bloco de anotações, clique em sua guia Use (Uso) e selecione Create copy (Criar 
cópia).

Como funciona a detecção de objetos

O algoritmo de Detecção de objetos identifica e localiza todas as instâncias de objetos em uma 
imagem de uma coleção conhecida de categorias de objetos. O algoritmo obtém uma imagem como 
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entrada e produz a categoria à qual o objeto pertence, junto com uma pontuação de confiança que 
pertence à categoria. O algoritmo também prevê a localização e a escala do objeto com uma caixa 
delimitadora retangular. A Detecção de objetos do Amazon SageMaker usa o algoritmo Single Shot 
multibox Detector (SSD), que trabalha com uma rede neural convolutional (CNN) pré-treinada para 
a tarefa de classificação como a rede base. O SSD usa a saída de camadas intermediárias como 
recursos para detecção.

Várias CNNs, como a VGG e a ResNet, atingiram excelentes níveis de desempenho na tarefa de 
classificação de imagens. A detecção de objetos no Amazon SageMaker oferece suporte para 
VGG-16 e ResNet-50 como uma rede básica para SSD. O algoritmo pode ser treinado no modo de 
treinamento completo ou no modo de aprendizagem por transferência. No modo de treinamento 
completo, a rede básica é inicializada com pesos aleatórios e depois treinada nos dados do usuário. 
No modo de aprendizagem por transferência, os pesos da rede básica são carregados de modelos 
pré-treinados.

O algoritmo de detecção de objetos usa operações de aumento de dados padrão, como inversão, 
redimensionamento e oscilação, de forma instantânea e interna para ajudar a evitar o sobreajuste.

Hiperparâmetros de detecção de objetos

Na solicitação CreateTrainingJob, é especificado o algoritmo de treinamento que você deseja 
utilizar. Você também pode definir hiperparâmetros específicos de algoritmo que são usados para 
ajudar a estimar os parâmetros do modelo a partir de um conjunto de dados de treinamento. A tabela 
a seguir lista os hiperparâmetros fornecidos pelo Amazon SageMaker para treinar o algoritmo de 
detecção de objetos. Para obter mais informações sobre como funciona o treinamento de objetos, 
consulte Como funciona a detecção de objetos.

Nome do parâmetro Descrição

num_classes O número de classes de saída. Esse parâmetro especifica as 
dimensões da rede de saída e geralmente é definido como o 
número de classes do conjunto de dados.

Obrigatório

Valores válidos: inteiro positivo

num_training_samples O número de exemplos de treinamento no conjunto de dados de 
entrada.
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Nome do parâmetro Descrição

Note

Se esse valor não corresponder ao número de amostras 
do conjunto de treinamento, o comportamento do 
parâmetro lr_scheduler_step  será indefinido, e a 
precisão do treinamento distribuído poderá ser afetada.

Obrigatório

Valores válidos: inteiro positivo

base_network A arquitetura de rede básica a ser usada.

Opcional

Valores válidos: 'vgg-16' ou 'resnet-50'

Valor padrão: 'vgg-16'

early_stopping True para usar a lógica de interrupção precoce durante o 
treinamento. False para não usá-la.

Opcional

Valores válidos: True ou False

Valor padrão: False

early_stopping_min 
_epochs

O número mínimo de epochs que devem ser executados antes 
que a lógica de interrupção precoce possa ser chamada. Usado 
apenas quando early_stopping  = True.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 10
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Nome do parâmetro Descrição

early_stopping_pat 
ience

O número de epochs a aguardar antes de terminar o treinamen 
to, se nenhuma melhoria, conforme definido pelo hiperparâ 
metro early_stopping_tolerance , for feita na métrica 
relevante. Usado apenas quando early_stopping  = True.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 5

early_stopping_tol 
erance

O valor de tolerância que a melhoria relativa em validatio 
n:mAP , a precisão média da média (mAP), deve exceder 
para evitar a interrupção precoce. Se a proporção da alteração 
na mAP dividida pela melhor mAP anterior for menor que o 
conjunto de valores de early_stopping_tolerance , a 
interrupção precoce considerará que não há melhoria. Usado 
apenas quando early_stopping  = True.

Opcional

Valores válidos: 0 ≤ flutuante ≤ 1

Valor padrão: 0.0

image_shape O tamanho da imagem para imagens de entrada. Redimensi 
onamos a imagem de entrada para uma imagem quadrada 
com esse tamanho. Convém usar 300 e 512 para um melhor 
desempenho.

Opcional

Valores válidos: número inteiro positivo ≥300

Padrão: 300
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Nome do parâmetro Descrição

epochs O número de epochs de treinamento.

Opcional

Valores válidos: inteiro positivo

Padrão: 30

freeze_layer_pattern A expressão regular (regex) para congelamento de camadas 
na rede base. Por exemplo, se definirmos freeze_la 
yer_pattern  = "^(conv1_|conv2_).*" , todas 
as camadas com um nome que contenha "conv1_" ou
"conv2_" serão congeladas, o que significa que os pesos 
dessas camadas não serão atualizados durante o treinamento. 
Os nomes das camadas podem ser encontrados nos arquivos 
de símbolo da rede vgg16-symbol.json e resnet-50-symbol.json. 
Congelar uma camada significa que seus pesos não podem ser 
modificados ainda mais. Isso pode reduzir significativamente 
o tempo de treinamento em troca de perdas modestas de 
precisão. Tal técnica é comumente usada na aprendizagem de 
transferência, em que as camadas inferiores da rede básica não 
precisam ser treinadas novamente.

Opcional

Valores válidos: string

Padrão: nenhuma camada congelada.
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Nome do parâmetro Descrição

kv_store O modo de sincronização de atualização de peso usado para 
treinamento distribuído. Os pesos podem ser atualizados de 
forma síncrona ou assíncrona entre as máquinas. As atualizaç 
ões síncronas geralmente oferecem mais precisão do que as 
assíncronas, mas podem ser mais lentas. Consulte o tutorial
Distributed Training (Treinamento distribuído) do MXNet para 
obter detalhes.

Note

Esse parâmetro não é aplicável a treinamentos em uma 
máquina só.

Opcional

Valores válidos: 'dist_sync'  ou 'dist_async'

• 'dist_sync' : os gradientes são sincronizados após 
cada lote com todos os operadores. Com o 'dist_sync' , 
agora batch-size significa o tamanho do lote usado em cada 
máquina. Portanto, se houver n máquinas e usarmos um 
tamanho de lote b, dist_sync se comportará como uma única 
máquina com tamanho de lote n*b.

• 'dist_async' : executa atualizações assíncronas. 
Os pesos são atualizados sempre que os gradientes são 
recebidos de qualquer máquina e as atualizações de peso 
são atômicas. No entanto, não há garantias sobre a ordem.

Padrão: -
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Nome do parâmetro Descrição

label_width A largura do rótulo para forçar preenchimento usado para 
sincronizar dados de treinamento e validação. Por exemplo, 
se uma imagem nos dados contiver no máximo 10 objetos e 
a anotação de cada objeto for especificada com 5 números, 
[class_id, left, top, width, height], label_width  não deverá 
ser menor que (10*5 + comprimento da informações do 
cabeçalho). O comprimento das informações do cabeçalho é 
geralmente 2. Recomendamos o uso de um label_width  um 
pouco maior para o treinamento, como 60 para esse exemplo.

Opcional

Valores válidos: um número inteiro positivo grande o suficient 
e para acomodar o maior comprimento de informações de 
anotação nos dados.

Padrão: 350

learning_rate A taxa de aprendizagem inicial.

Opcional

Valores válidos: flutuante em (0, 1]

Padrão: 0.001

lr_scheduler_factor O índice de redução da taxa de aprendizagem. Usado em 
conjunto com o parâmetro lr_scheduler_step , definido 
como lr_new = lr_old * lr_scheduler_factor .

Opcional

Valores válidos: flutuante em (0, 1)

Padrão: 0.1
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Nome do parâmetro Descrição

lr_scheduler_step Os epochs nos quais a taxa de aprendizagem deve ser 
reduzida. A taxa de aprendizagem é reduzida em lr_schedu 
ler_factor  em epochs listados em uma string delimitad 
a por vírgula: "epoch1, epoch2, ...". Por exemplo, se o valor 
for definido como "10, 20" e o lr_scheduler_factor  for 
definido como 1/2, a taxa de aprendizagem será reduzida pela 
metade após o 10° epoch e, em seguida, reduzida pela metade 
após o 20° epoch.

Opcional

Valores válidos: string

Padrão: string vazia

mini_batch_size O tamanho do lote para treinamento. Em uma configuração com 
uma máquina e várias GPUs, cada GPU trata as amostras de 
treinamento mini_batch_size /num_gpu. Para o treinamen 
to com várias máquinas no modo dist_sync , o tamanho 
do lote real é mini_batch_size *número de máquinas. 
Um mini_batch_size  grande geralmente resulta em um 
treinamento mais rápido, mas pode causar problemas de falta 
de memória. O uso da memória está relacionado às arquitetu 
ras mini_batch_size , image_shape  e base_netw 
ork . Por exemplo, em uma única instância p3.2xlarge, o maior
mini_batch_size  sem um erro de falta de memória é 32 
com base_network definido como "resnet-50" e um image_sha 
pe  de 300. Com a mesma instância, você pode usar 64 
como mini_batch_size  com a rede básica vgg-16 e um
image_shape  de 300.

Opcional

Valores válidos: inteiro positivo

Padrão: 32
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Nome do parâmetro Descrição

momentum A dinâmica de sgd. Ignorado por outros otimizadores.

Opcional

Valores válidos: flutuante em (0, 1]

Padrão: 0.9

nms_threshold O limite de supressão não máximo.

Opcional

Valores válidos: flutuante em (0, 1]

Padrão: 0.45

optimizer Os tipos de otimizador. Para obter detalhes sobre os valores do 
otimizador, consulte MXNet's API (API do MXNet).

Opcional

Valores válidos: ['sgd', 'adam', 'rmsprop', 'adadelta']

Padrão: 'sgd'

overlap_threshold O limite de sobreposição de avaliação.

Opcional

Valores válidos: flutuante em (0, 1]

Padrão: 0.5
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Nome do parâmetro Descrição

use_pretrained_model Indica se é necessário usar um modelo pré-treinado para 
treinamento. Se definido como 1, o modelo pré-treinado com 
arquitetura correspondente é carregado e usado para treinamen 
to. Caso contrário, a rede é treinada do zero.

Opcional

Valores válidos: 0 ou 1

Padrão: 1

weight_decay O coeficiente de degradação do peso para sgd e rmsprop. 
Ignorado por outros otimizadores.

Opcional

Valores válidos: flutuante em (0, 1)

Padrão: 0.0005

Ajustar um modelo de Detecção de objetos

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo de Detecção de objetos

O algoritmo de detecção de objetos informa sobre uma única métrica durante o treinamento:
validation:mAP. Ao ajustar um modelo, escolha essa métrica como a métrica objetiva.
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Nome da métrica Descrição Direção de otimização

validation:mAP Precisão média da média (mAP) calculada no 
conjunto de validação.

Maximizar

Hiperparâmetros ajustáveis de Detecção de objetos

Ajuste o modelo de detecção de objetos do Amazon SageMaker com os seguintes hiperparâmetros. 
Os hiperparâmetros que têm o maior impacto sobre métrica objetiva de detecção de objeto são:
mini_batch_size, learning_rate e optimizer.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRange MinValue: 1e-6, 
MaxValue: 0.5

mini_batch_size IntegerParameterRanges MinValue: 8, 
MaxValue: 64

momentum ContinuousParameterRange MinValue: 0.0, 
MaxValue: 0.999

optimizer CategoricalParameterRanges ['sgd', 'adam', 
'rmsprop', 'adadelta']

weight_decay ContinuousParameterRange MinValue: 0.0, 
MaxValue: 0.999

Formatos de solicitação e resposta de Detecção de objetos

Formato de solicitação

Para fazer a consulta de um modelo treinado, use o endpoint do modelo. O endpoint usa os formatos 
de imagem .jpg e .png com os tipos de conteúdo image/jpeg e image/png.
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Formatos de resposta

A resposta é o índice de classe com uma pontuação de confiança e coordenadas da caixa 
delimitadora para todos os objetos na imagem codificada no formato JSON. Veja a seguir um 
exemplo de arquivo .json de resposta:

{"prediction":[ 
  [4.0, 0.86419455409049988, 0.3088374733924866, 0.07030484080314636, 
 0.7110607028007507, 0.9345266819000244], 
  [0.0, 0.73376623392105103, 0.5714187026023865, 0.40427327156066895, 
 0.827075183391571, 0.9712159633636475], 
  [4.0, 0.32643985450267792, 0.3677481412887573, 0.034883320331573486, 
 0.6318609714508057, 0.5967587828636169], 
  [8.0, 0.22552496790885925, 0.6152569651603699, 0.5722782611846924, 0.882301390171051, 
 0.8985623121261597], 
  [3.0, 0.42260299175977707, 0.019305512309074402, 0.08386176824569702, 
 0.39093565940856934, 0.9574796557426453]
]}

Cada linha nesse arquivo .json contém uma matriz que representa um objeto detectado. Cada 
uma dessas matrizes de objetos consiste em uma lista de seis números. O primeiro número é o 
rótulo de classe previsto. O segundo número é a pontuação de confiança associada à detecção. 
Os últimos quatro números representam as coordenadas da caixa delimitadora [xmin, ymin, xmax, 
ymax]. Esses índices de canto de caixa delimitadora de saída são normalizados pelo tamanho 
geral da imagem. Observe que essa codificação é diferente daquela usada pelo formato .json de 
entrada. Por exemplo, na primeira entrada do resultado de detecção, 0.3088374733924866 é a 
coordenada esquerda (coordenada x do canto superior esquerdo) da caixa delimitadora como 
uma proporção da largura total da imagem, 0.07030484080314636 é a coordenada superior 
(coordenada y do canto superior esquerdo) da caixa delimitadora como uma proporção da altura total 
da imagem, 0.7110607028007507 é a coordenada direita (coordenada x do canto inferior direito) 
da caixa delimitadora como uma proporção da largura total da imagem e 0.9345266819000244 
é a coordenada inferior (coordenada y do canto inferior direito) da caixa delimitadora como uma 
proporção da altura geral da imagem.

Para evitar resultados de detecção não confiáveis, você pode remover os resultados da detecção 
com baixa pontuação de confiança. No caderno de exemplo de detecção de objetos, fornecemos 
exemplos de scripts que usam um limite para remover detecções de baixa confiança e traçar caixas 
delimitadoras nas imagens originais.

Usar algoritmos internos 3132

https://github.com/aws/amazon-sagemaker-examples/blob/main/introduction_to_amazon_algorithms/object_detection_birds/object_detection_birds.ipynb


Amazon SageMaker Guia do Desenvolvedor

Para a conversão em lote, a resposta está no formato JSON, em que o formato é idêntico ao formato 
JSON descrito acima. Os resultados de detecção de cada imagem são representados como um 
arquivo JSON. Por exemplo:

{"prediction": [[label_id, confidence_score, xmin, ymin, xmax, ymax], [label_id, 
 confidence_score, xmin, ymin, xmax, ymax]]}

Para obter mais detalhes sobre treinamento e inferência, consulte os Blocos de anotações de 
amostra para Detecção de objetos .

SAÍDA: Formato de resposta JSON

accept: application/json;annotation=1

{ 
   "image_size": [ 
      { 
         "width": 500, 
         "height": 400, 
         "depth": 3 
      } 
   ], 
   "annotations": [ 
      { 
         "class_id": 0, 
         "score": 0.943, 
         "left": 111, 
         "top": 134, 
         "width": 61, 
         "height": 128 
      }, 
      { 
         "class_id": 0, 
         "score": 0.0013, 
         "left": 161, 
         "top": 250, 
         "width": 79, 
         "height": 143 
      }, 
      { 
         "class_id": 1, 
         "score": 0.0133, 
         "left": 101, 
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         "top": 185, 
         "width": 42, 
         "height": 130 
      } 
   ]
}

Detecção de objetos - TensorFlow

O algoritmo Amazon SageMaker Object Detection - é um TensorFlow algoritmo de aprendizado 
supervisionado que oferece suporte ao aprendizado por transferência com muitos modelos pré-
treinados do TensorFlow Model Garden. Use o aprendizado por transferência para ajustar um dos 
modelos pré-treinados disponíveis em seu próprio conjunto de dados, mesmo que uma grande 
quantidade de dados de imagem não esteja disponível. O algoritmo de detecção de objetos usa 
uma imagem como entrada e gera uma lista de caixas delimitadoras. Os conjuntos de dados de 
treinamento devem consistir em imagens no formato jpg, .jpeg ou .png.

Tópicos

• Como usar o TensorFlow algoritmo de detecção de SageMaker objetos

• Interface de entrada e saída para o TensorFlow algoritmo de detecção de objetos

• Recomendação de instância do Amazon EC2 para o algoritmo de detecção de objetos TensorFlow

• Detecção de objetos - TensorFlow exemplos de cadernos

• Como TensorFlow funciona a detecção de objetos

• TensorFlow Modelos

• Detecção de objetos - TensorFlow Hiperparâmetros

• Ajuste a detecção de um objeto - TensorFlow modelo

Como usar o TensorFlow algoritmo de detecção de SageMaker objetos

Você pode usar a Detecção de objetos - TensorFlow como um algoritmo SageMaker integrado da 
Amazon. A seção a seguir descreve como usar a Detecção de objetos TensorFlow com o SDK do 
SageMaker Python. Para obter informações sobre como usar a Detecção de objetos, na interface 
TensorFlow do usuário do Amazon SageMaker Studio Classic, consulteSageMaker JumpStart.

O TensorFlow algoritmo de detecção de objetos suporta o aprendizado por transferência usando 
qualquer um dos TensorFlow modelos pré-treinados compatíveis. Para obter uma lista de todos os 
modelos pré-treinados disponíveis, consulte TensorFlow Modelos. Cada modelo pré-treinado tem 
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um model_id exclusivo. O exemplo a seguir usa ResNet 50 (model_id:tensorflow-od1-ssd-
resnet50-v1-fpn-640x640-coco17-tpu-8) para ajustar um conjunto de dados personalizado. 
Os modelos pré-treinados são todos pré-baixados do TensorFlow Hub e armazenados em buckets 
do Amazon S3 para que os trabalhos de treinamento possam ser executados isoladamente na rede. 
Use esses artefatos de treinamento de modelo pré-gerados para construir um SageMaker Estimador.

Primeiro, recupere o URI da imagem do Docker, o URI do script de treinamento e o URI do 
modelo pré-treinado. Em seguida, altere os hiperparâmetros conforme desejar. Você pode 
ver um dicionário Python de todos os hiperparâmetros disponíveis e seus valores padrão com
hyperparameters.retrieve_default. Para ter mais informações, consulte Detecção de 
objetos - TensorFlow Hiperparâmetros. Use esses valores para construir um SageMaker estimador.

Note

Os valores padrão dos hiperparâmetros são diferentes para modelos diferentes. Por 
exemplo, para modelos maiores, o número de epochs padrão do lote é menor.

Este exemplo usa o conjunto de dados PennFudanPed, que contém imagens de pedestres na rua. 
Nós pré-baixamos o conjunto de dados e o disponibilizamos com o Amazon S3. Para ajustar seu 
modelo, chame .fit usando a localização do Amazon S3 do seu conjunto de dados de treinamento.

from sagemaker import image_uris, model_uris, script_uris, hyperparameters
from sagemaker.estimator import Estimator

model_id, model_version = "tensorflow-od1-ssd-resnet50-v1-fpn-640x640-coco17-tpu-8", 
 "*"
training_instance_type = "ml.p3.2xlarge"

# Retrieve the Docker image
train_image_uri = 
 image_uris.retrieve(model_id=model_id,model_version=model_version,image_scope="training",instance_type=training_instance_type,region=None,framework=None)

# Retrieve the training script
train_source_uri = script_uris.retrieve(model_id=model_id, model_version=model_version, 
 script_scope="training")

# Retrieve the pretrained model tarball for transfer learning
train_model_uri = model_uris.retrieve(model_id=model_id, model_version=model_version, 
 model_scope="training")
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# Retrieve the default hyperparameters for fine-tuning the model
hyperparameters = hyperparameters.retrieve_default(model_id=model_id, 
 model_version=model_version)

# [Optional] Override default hyperparameters with custom values
hyperparameters["epochs"] = "5"

# Sample training data is available in this bucket
training_data_bucket = f"jumpstart-cache-prod-{aws_region}"
training_data_prefix = "training-datasets/PennFudanPed_COCO_format/"

training_dataset_s3_path = f"s3://{training_data_bucket}/{training_data_prefix}"

output_bucket = sess.default_bucket()
output_prefix = "jumpstart-example-od-training"
s3_output_location = f"s3://{output_bucket}/{output_prefix}/output"

# Create an Estimator instance
tf_od_estimator = Estimator( 
    role=aws_role, 
    image_uri=train_image_uri, 
    source_dir=train_source_uri, 
    model_uri=train_model_uri, 
    entry_point="transfer_learning.py", 
    instance_count=1, 
    instance_type=training_instance_type, 
    max_run=360000, 
    hyperparameters=hyperparameters, 
    output_path=s3_output_location,
)

# Launch a training job
tf_od_estimator.fit({"training": training_dataset_s3_path}, logs=True)

Para obter mais informações sobre como usar o TensorFlow algoritmo Detecção de SageMaker 
objetos para transferir o aprendizado em um conjunto de dados personalizado, consulte o caderno
Introdução à SageMaker TensorFlow Detecção de objetos.

Interface de entrada e saída para o TensorFlow algoritmo de detecção de objetos

Cada um dos modelos pré-treinados listados em TensorFlow Modelos pode ser ajustado a qualquer 
conjunto de dados com qualquer número de classes de imagem. Lembre-se de como formatar seus 
dados de treinamento para serem inseridos no TensorFlow modelo de Detecção de Objetos.
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• Formato de entrada de dados de treinamento: seus dados de treinamento devem ser um diretório 
com umsubdiretório images e um arquivo annotations.json.

Veja a seguir um exemplo de uma estrutura de diretório de entrada. O diretório de entrada 
deve ser hospedado em um bucket do Amazon S3 com um caminho semelhante ao seguinte:
s3://bucket_name/input_directory/. Observe que o rastreamento / é obrigatório.

input_directory 
    |--images 
        |--abc.png 
        |--def.png 
    |--annotations.json

O arquivo annotations.json deve conter informações sobre caixas delimitadoras e seus rótulos 
de classe na forma de um dicionário "images" e chaves "annotations". O valor da chave
"images" deve ser uma lista de dicionários. Deve haver um dicionário para cada imagem com 
as seguintes informações: {"file_name": image_name, "height": height, "width":
width, "id": image_id}. O valor da chave "annotations" também deve ser uma lista de 
dicionários. Deve haver um dicionário para cada caixa delimitadora com as seguintes informações:
{"image_id": image_id, "bbox": [xmin, ymin, xmax, ymax], "category_id":
bbox_label}.

Após o treinamento, um arquivo de mapeamento de rótulos e um modelo treinado são salvos em seu 
bucket do Amazon S3.

Treinamento incremental

Você pode semear o treinamento de um novo modelo com artefatos de um modelo com SageMaker 
o qual você treinou anteriormente. Um treinamento incremental economiza tempo de treinamento 
quando você deseja treinar um novo modelo com dados iguais ou semelhantes.

Note

Você só pode semear um modelo de Detecção de SageMaker Objetos com outro 
TensorFlow modelo de Detecção TensorFlow de Objetos treinado SageMaker.

Você pode usar qualquer conjunto de dados para treinamento incremental, desde que o conjunto 
de classes permaneça o mesmo. A etapa de treinamento incremental é semelhante à etapa 

Usar algoritmos internos 3137



Amazon SageMaker Guia do Desenvolvedor

de ajuste fino, mas em vez de começar com um modelo pré-treinado, você começa com um 
modelo já ajustado. Para obter mais informações sobre como usar o treinamento incremental 
com o SageMaker Object Detection - TensorFlow, consulte o notebook Introdução à SageMaker 
TensorFlow - Object Detection.

Inferência com o algoritmo de detecção de objetos TensorFlow

Você pode hospedar o modelo ajustado que resulta do seu treinamento de Detecção de TensorFlow 
Objetos para inferência. Qualquer imagem de entrada para inferência deve estar em formato
.jpg, jpeg ou .png e ser tipo de conteúdo application/x-image. O TensorFlow algoritmo de 
Detecção de Objetos redimensiona as imagens de entrada automaticamente.

A execução da inferência resulta em caixas delimitadoras, classes previstas e as pontuações de 
cada previsão codificada no formato JSON. O TensorFlow modelo Detecção de objetos processa 
uma única imagem por solicitação e gera somente uma linha. Veja a seguir um exemplo de resposta 
no formato JSON Lines:

accept: application/json;verbose

{"normalized_boxes":[[xmin1, xmax1, ymin1, ymax1],....],  
    "classes":[classidx1, class_idx2,...],  
    "scores":[score_1, score_2,...],  
    "labels": [label1, label2, ...],  
    "tensorflow_model_output":<original output of the model>}

Se accept estiver definido como application/json, o modelo só produzirá caixas, classes e 
pontuações normalizadas.

Recomendação de instância do Amazon EC2 para o algoritmo de detecção de objetos TensorFlow

O TensorFlow algoritmo de detecção de objetos é compatível com todas as instâncias de GPU para 
treinamento, incluindo:

• ml.p2.xlarge

• ml.p2.16xlarge

• ml.p3.2xlarge

• ml.p3.16xlarge
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Recomendamos o uso de instâncias de GPU com mais memória para treinamento com grandes 
tamanhos de lote. Tanto as instâncias de CPU (como M5) quanto as de GPU (P2 ou P3) podem ser 
usadas para inferência. Para obter uma lista abrangente de instâncias de SageMaker treinamento e 
inferência em todas AWS as regiões, consulte Amazon SageMaker Pricing.

Detecção de objetos - TensorFlow exemplos de cadernos

Para obter mais informações sobre como usar o TensorFlow algoritmo Detecção de SageMaker 
objetos para transferir o aprendizado em um conjunto de dados personalizado, consulte o caderno
Introdução à SageMaker TensorFlow Detecção de objetos.

Para obter instruções sobre como criar e acessar instâncias do notebook Jupyter que você pode usar 
para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker Notebook Depois 
de criar uma instância do notebook e abri-la, selecione a guia SageMakerExemplos para ver uma 
lista de todas as SageMaker amostras. Para abrir um caderno, escolha sua guia Use (Uso) e depois 
escolha Create copy (Criar cópia).

Como TensorFlow funciona a detecção de objetos

O TensorFlow algoritmo de Detecção de Objetos usa uma imagem como entrada e prevê caixas 
delimitadoras e rótulos de objetos. Várias redes de aprendizado profundo MobileNet, como, ResNet, 
Inception e, EfficientNet são altamente precisas para detecção de objetos. Também existem redes 
de aprendizado profundo que são treinadas em grandes conjuntos de dados de imagens, como 
Common Objects in Context (COCO), que tem 328.000 imagens. Depois que uma rede é treinada 
com dados do COCO, você pode então ajustar a rede em um conjunto de dados com um foco 
específico para realizar tarefas de detecção de objetos mais específicas. O TensorFlow algoritmo 
Amazon SageMaker Object Detection suporta o aprendizado por transferência em muitos modelos 
pré-treinados que estão disponíveis no TensorFlow Model Garden.

De acordo com o número de rótulos de classe em seus dados de treinamento, uma camada de 
detecção de objetos é anexada ao TensorFlow modelo pré-treinado de sua escolha. Você pode, 
então, ajustar toda a rede (incluindo o modelo pré-treinado) ou somente a camada de classificação 
superior nos novos dados de treinamento. Com esse método de transferência de aprendizado, é 
possível treinar com conjuntos de dados menores.

TensorFlow Modelos

Os seguintes modelos pré-treinados estão disponíveis para uso no aprendizado por transferência 
com o TensorFlow algoritmo de Detecção de Objetos.
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Os modelos a seguir variam significativamente em tamanho, número de parâmetros do modelo, 
tempo de treinamento e latência de inferência para qualquer conjunto de dados. O melhor modelo 
para seu caso de uso depende da complexidade do seu conjunto de dados de ajuste fino e de 
quaisquer requisitos que você tenha sobre tempo de treinamento, latência de inferência ou precisão 
do modelo.

Nome do modelo model_id Origem

ResNet50 V1 VPN 640 tensorflow-od1-ssd 
-resnet50-v1-fpn-6 
40x640-coco17-tpu-8

TensorFlow Link do Model 
Garden

EfficientDet D0 512 tensorflow-od1-ssd 
-efficientdet-d0-5 
12x512-coco17-tpu-8

TensorFlow Link do Model 
Garden

EfficientDet D1 640 tensorflow-od1-ssd 
-efficientdet-d1-6 
40x640-coco17-tpu-8

TensorFlow Link do Model 
Garden

EfficientDet D2 768 tensorflow-od1-ssd 
-efficientdet-d2-7 
68x768-coco17-tpu-8

TensorFlow Link do Model 
Garden

EfficientDet 3D 896 tensorflow-od1-ssd 
-efficientdet-d3-8 
96x896-coco17-tpu- 
32

TensorFlow Link do Model 
Garden

MobileNet VPN V1 640 tensorflow-od1-ssd 
-mobilenet-v1-fpn- 
640x640-coco17-tpu 
-8

TensorFlow Link do Model 
Garden

MobileNet V2 FPNLite 320 tensorflow-od1-ssd 
-mobilenet-v2-fpnl 
ite-320x320-coco17-
tpu-8

TensorFlow Link do Model 
Garden
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http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet50_v1_fpn_640x640_coco17_tpu-8.tar.gz
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http://download.tensorflow.org/models/object_detection/tf2/20200711/efficientdet_d1_coco17_tpu-32.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/efficientdet_d2_coco17_tpu-32.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/efficientdet_d2_coco17_tpu-32.tar.gz
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http://download.tensorflow.org/models/object_detection/tf2/20200711/efficientdet_d3_coco17_tpu-32.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_mobilenet_v1_fpn_640x640_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_mobilenet_v1_fpn_640x640_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_mobilenet_v2_fpnlite_320x320_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_mobilenet_v2_fpnlite_320x320_coco17_tpu-8.tar.gz
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Nome do modelo model_id Origem

MobileNet V2 FPNLite 640 tensorflow-od1-ssd 
-mobilenet-v2-fpnl 
ite-640x640-coco17-
tpu-8

TensorFlow Link do Model 
Garden

ResNet50 V1 VPN 1024 tensorflow-od1-ssd 
-resnet50-v1-fpn-1 
024x1024-coco17-tp 
u-8

TensorFlow Link do Model 
Garden

ResNet101 V1 VPN 640 tensorflow-od1-ssd 
-resnet101-v1-fpn- 
640x640-coco17-tpu 
-8

TensorFlow Link do Model 
Garden

ResNet101 V1 VPN 1024 tensorflow-od1-ssd 
-resnet101-v1-fpn- 
1024x1024-coco17-t 
pu-8

TensorFlow Link do Model 
Garden

ResNet152 V1 VPN 640 tensorflow-od1-ssd 
-resnet152-v1-fpn- 
640x640-coco17-tpu 
-8

TensorFlow Link do Model 
Garden

ResNet152 V1 VPN 1024 tensorflow-od1-ssd 
-resnet152-v1-fpn- 
1024x1024-coco17-t 
pu-8

TensorFlow Link do Model 
Garden

Detecção de objetos - TensorFlow Hiperparâmetros

Hiperparâmetros são parâmetros definidos antes de um modelo de machine learning começar 
a aprender. Os hiperparâmetros a seguir são compatíveis com o TensorFlow algoritmo de 
detecção de objetos SageMaker incorporado da Amazon. Para obter informações sobre ajuste de 
hiperparâmetros, consulte Ajuste a detecção de um objeto - TensorFlow modelo.
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http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet50_v1_fpn_1024x1024_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet101_v1_fpn_640x640_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet101_v1_fpn_640x640_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet101_v1_fpn_1024x1024_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet101_v1_fpn_1024x1024_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet152_v1_fpn_640x640_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet152_v1_fpn_640x640_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet152_v1_fpn_1024x1024_coco17_tpu-8.tar.gz
http://download.tensorflow.org/models/object_detection/tf2/20200711/ssd_resnet152_v1_fpn_1024x1024_coco17_tpu-8.tar.gz
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Nome do parâmetro Descrição

batch_size O tamanho do lote para treinamento.

Valores válidos: número inteiro positivo.

Valor padrão: 3.

beta_1 O beta1 para o otimizador "adam". Representa a taxa de 
degradação exponencial para as estimativas de primeiro 
momento. Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.9.

beta_2 O beta2 para o otimizador "adam". Representa a taxa de 
degradação exponencial para as estimativas de segundo 
momento. Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.999.

early_stopping Ajustar para "True" para usar a lógica de interrupção precoce 
durante o treinamento. Se "False", a interrupção antecipada 
não é usada.

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

early_stopping_min 
_delta

A alteração mínima necessária para se qualificar como uma 
melhoria. Uma mudança absoluta menor que o valor de
early_stopping_min_delta  não se qualifica como 
melhoria. Usado somente quando early_stopping  for 
definido como "True".

Valores válidos: flutuante, intervalo: [0.0, 1.0].
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Nome do parâmetro Descrição

Valor padrão: 0.0.

early_stopping_pat 
ience

O número de épocas para continuar treinando sem melhorias. 
Usado somente quando early_stopping  for definido como
"True".

Valores válidos: número inteiro positivo.

Valor padrão: 5.

epochs O número de epochs de treinamento.

Valores válidos: número inteiro positivo.

Valor padrão: 5 para modelos menores, 1 para modelos 
maiores.

epsilon O épsilon para otimizadores "adam", "rmsprop" ,
"adadelta"  e "adagrad" . Geralmente é definido como 
um valor baixo, para evitar a divisão por 0. Ignorado por outros 
otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 1e-7.

initial_accumulato 
r_value

O valor inicial para os acumuladores, ou os valores de 
momentum por parâmetro, para o otimizador "adagrad" . 
Ignorado por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.1.

learning_rate A taxa de aprendizagem do otimizador.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.001.
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Nome do parâmetro Descrição

momentum A dinâmica dos otimizadores "sgd" e "nesterov" . Ignorado 
por outros otimizadores.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.9.

optimizer O tipo de otimizador. Para obter mais informações, consulte
Otimizadores na TensorFlow documentação.

Valores válidos: string, qualquer um dos seguintes: ("adam",
"sgd", "nesterov" , "rmsprop" ,  "adagrad"  ou
"adadelta" ).

Valor padrão: "adam".

reinitialize_top_l 
ayer

Se definido como "Auto", os parâmetros da camada de 
classificação superior são reinicializados durante o ajuste fino. 
Para treinamento incremental, os parâmetros da camada de 
classificação superior não são reinicializados, a menos que 
sejam definidos como "True".

Valores válidos: string, qualquer um dos seguintes: ("Auto",
"True" ou "False").

Valor padrão: "Auto".

rho O fator de desconto para o gradiente dos otimizadores
"adadelta"  e "rmsprop" . Ignorado por outros otimizado 
res.

Valores válidos: flutuante, intervalo: [0.0, 1.0].

Valor padrão: 0.95.
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Nome do parâmetro Descrição

train_only_on_top_ 
layer

Se "True", somente os parâmetros da camada de classific 
ação superior forem ajustados. Se "False", todos os 
parâmetros do modelo são ajustados.

Valores válidos: string, ou: ("True" ou "False").

Valor padrão: "False".

Ajuste a detecção de um objeto - TensorFlow modelo

O ajuste automático de modelos, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Para mais informações sobre o ajuste de modelos, consulte Execute o ajuste automático do modelo 
com SageMaker.

Métricas calculadas pelo algoritmo de Detecção de Objetos TensorFlow

Consulte a tabela a seguir para descobrir quais métricas são calculadas pelo TensorFlow algoritmo 
de Detecção de Objetos.

Nome da métrica Descrição Direção de 
otimização

Padrão Regex

validatio 
n:localiz 
ation_loss

A perda de localização para previsão 
de caixa.

Minimizar Val_local 
ization=( 
[0-9\\.]+)

Detecção de objetos ajustável - hiperparâmetros TensorFlow

Ajuste um modelo de detecção de objetos do com os seguintes hiperparâmetros. Os hiperparâmetros 
que têm o maior impacto sobre métrica objetiva de detecção de objetos são: batch_size,
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learning_rate e optimizer. Os hiperparâmetros que têm o maior impacto nas métricas 
objetivas de classificação de imagem são momentum, regularizers_l2, beta_1, beta_2 e eps
com base no optimizer selecionado. Por exemplo, use beta_1 e beta_2 somente quando adam
for o optimizer.

Para obter mais informações sobre quais hiperparâmetros são usados para cada optimizer, 
consulte Detecção de objetos - TensorFlow Hiperparâmetros.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

batch_size IntegerParameterRanges MinValue: 8, 
MaxValue 512

beta_1 ContinuousParameterRanges MinValue: 1e-6, 0,99 
MaxValue

beta_2 ContinuousParameterRanges MinValue: 1e-6, 0,99 
MaxValue

eps ContinuousParameterRanges MinValue: 1e-8, 
MaxValue: 1,0

learning_rate ContinuousParameterRanges MinValue: 1e-6, 0,5 
MaxValue

momentum ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,99

optimizer CategoricalParameterRanges ['sgd', ‘adam’, 
‘rmsprop’, 'nesterov', 
'adagrad', 'adadelta']

regularizers_l2 ContinuousParameterRanges MinValue: 0,0, 
MaxValue 0,99

train_onl 
y_on_top_layer

CategoricalParameterRanges ['True', 'False']
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

initial_a 
ccumulato 
r_value

CategoricalParameterRanges MinValue: 0,0, 
MaxValue 0,99

Algoritmo de segmentação semântica

O algoritmo de segmentação de semântica do SageMaker fornece uma abordagem refinada em nível 
de pixel ao desenvolvimento de aplicativos de visão computacional. Ele marca cada pixel em uma 
imagem com um rótulo de classe de um conjunto predefinido de classes. A marcação é fundamental 
para a compreensão de cenas, o que é crítico para um número crescente de aplicativos de visão 
computacional, como veículos autônomos, diagnósticos de imagens médicas e detecção de robôs.

Para comparação, o Classificação de imagens - MXNet do SageMaker é um algoritmo de 
aprendizado supervisionado que analisa apenas imagens inteiras, classificando-as em uma das 
várias categorias de saída. O Detecção de objetos - MXNet é um algoritmo de aprendizagem 
supervisionada que detecta e classifica todas as instâncias de um objeto em uma imagem. Ele indica 
a localização e a escala de cada objeto na imagem com uma caixa delimitadora retangular.

Como o algoritmo de segmentação semântica classifica cada pixel em uma imagem, ele também 
fornece informações sobre as formas dos objetos contidos na imagem. A saída de segmentação é 
representada como uma imagem em tons de cinza, chamada de máscara de segmentação. Uma 
máscara de segmentação é uma imagem em tons de cinza com a mesma forma da imagem de 
entrada.

O algoritmo de segmentação de semântica do SageMaker é construído usando o framework MXNet 
Gluon e o kit de ferramentas Gluon CV. Ele oferece a opção de três algoritmos integrados para 
treinar uma rede neural profunda. Você pode usar o algoritmo FCN (Rede totalmente convolucional),
o algoritmo PSP (Análise de cenas em pirâmide) ou DeepLabV3.

Cada um dos três algoritmos tem dois componentes distintos:

• A estrutura (ou codificador)—Uma rede que produz mapas de ativação confiáveis de recursos.

• O decodificador—Uma rede que constrói a máscara de segmentação a partir dos mapas de 
ativação codificados.
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Você também tem uma opção de backbones para os algoritmos FCN, PSP e DeepLabV3: ResNet50 
or ResNet101. Esses backbones incluem artefatos pré-treinados que foram originalmente treinados 
na tarefa de classificação ImageNet. É possível ajustar esses backbones para segmentação usando 
seus próprios dados. Ou você pode inicializar e treinar essas redes do zero usando apenas seus 
próprios dados. Os decodificadores nunca são pré-treinados.

Para implantar o modelo treinado por inferência, use o serviço de hospedagem do SageMaker. 
Durante a inferência, você pode solicitar a máscara de segmentação como uma imagem PNG ou 
como um conjunto de probabilidades para cada classe para cada pixel. Você pode usar essas 
máscaras como parte de um pipeline maior que inclui processamento adicional de imagens 
posteriores ou de outros aplicativos.

Tópicos

• Blocos de anotações de amostra de segmentação semântica

• Interface de entrada/saída para o algoritmo de segmentação semântica

• Recomendação de instâncias do EC2 para o algoritmo de Segmentação semântica

• Hiperparâmetros de Segmentação semântica

• Ajustando um modelo de segmentação de semântica

Blocos de anotações de amostra de segmentação semântica

Para um bloco de anotações Jupyter de amostra que usa o algoritmo de segmentação de semântica 
do SageMaker para treinar um modelo e implantá-lo para realizar inferências, consulte o Exemplo de 
segmentação de semântica. Para obter instruções sobre como criar e acessar instâncias de bloco 
de anotações Jupyter que podem ser usadas para executar o exemplo no SageMaker, consulte
Instâncias do Amazon SageMaker Notebook.

Para ver uma lista de todas as amostras do SageMaker, crie e abra uma instância de bloco de 
anotações e escolha a guia Exemplos do SageMaker. Os blocos de anotações de segmentação 
semântica estão localizados em Introdução aos algoritmos da Amazon. Para abrir um bloco de 
anotações, escolha sua guia Use (Uso) e depois escolha Create copy (Criar cópia).

Interface de entrada/saída para o algoritmo de segmentação semântica

A segmentação de semântica do SageMaker espera que o conjunto de dados de treinamento do 
cliente esteja no Amazon Simple Storage Service (Amazon S3). Uma vez treinado, ele produz 
os artefatos do modelo resultantes no Amazon S3. O formato da interface de entrada para a 
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segmentação de semântica do SageMaker é semelhante ao da maioria dos conjuntos de dados 
padronizados de referência para segmentação de semântica. Espera-se que o conjunto de dados 
no Amazon S3 seja apresentado em dois canais, um para train e outro para validation usando 
quatro diretórios, dois para imagens e dois para anotações. Espera-se que as anotações sejam 
imagens PNG não compactadas. O conjunto de dados também pode ter um mapa de rótulos que 
descreve como os mapeamentos de anotações são estabelecidos. Caso contrário, o algoritmo 
usa um padrão. Ele também oferece suporte para o formato de imagem de manifesto aumentado 
(application/x-image) para treinamento no modo de entrada Pipe diretamente do Amazon S3. 
Para inferência, um endpoint aceita imagens com um tipo de conteúdo image/jpeg.

Como funciona o treinamento

Os dados de treinamento são divididos em quatro diretórios: train, train_annotation,
validation e validation_annotation. Existe um canal para cada um desses diretórios. 
Também espera-se que o conjunto de dados tenha um arquivo label_map.json por canal para
train_annotation e validation_annotation, respectivamente. Se você não fornecer esses 
arquivos JSON, o SageMaker fornecerá o mapa de rótulos definido padrão.

O conjunto de dados que especifica esses arquivos deve ser semelhante ao seguinte exemplo:

s3://bucket_name 
    | 
    |- train 
                 | 
                 | - 0000.jpg 
                 | - coffee.jpg 
    |- validation 
                 | 
                 | - 00a0.jpg 
                 | - bananna.jpg 
    |- train_annotation 
                 | 
                 | - 0000.png 
                 | - coffee.png 
    |- validation_annotation 
                 | 
                 | - 00a0.png 
                 | - bananna.png 
    |- label_map 
                 | - train_label_map.json 
                 | - validation_label_map.json 
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Cada imagem JPG nos diretórios de treinamento e validação tem uma imagem de 
rótulo PNG correspondente com o mesmo nome nos diretórios train_annotation
e validation_annotation. Essa convenção de nomenclatura ajuda o algoritmo a 
associar um rótulo à sua imagem correspondente durante o treinamento. Os canais train,
train_annotation, validation e validation_annotation são obrigatórios. As anotações 
são imagens PNG de canal único. O formato funciona desde que os metadados (modos) na 
imagem ajudem o algoritmo a ler as imagens da anotação em um número inteiro não assinado de 
8 bits de canal único. Para obter mais informações sobre nosso suporte para modos, consulte a
documentação da Biblioteca de imagens Python. Recomendamos o uso do modo P true color de 8 
bits de pixel.

A imagem codificada é um número inteiro simples de 8 bits ao usar modos. Para obter desse 
mapeamento um mapa de um rótulo, o algoritmo usa um arquivo de mapeamento por canal, 
chamado mapa de rótulos. O mapa de rótulos é usado para mapear os valores na imagem com 
índices de rótulos reais. No mapa de rótulos padrão, que é fornecido por padrão, se você não 
fornecer um, o valor de pixels em uma matriz de anotação (imagem) indexará diretamente o rótulo. 
Essas imagens podem ser arquivos PNG em escala de cinza ou arquivos PNG indexados de 8 bits. 
O arquivo de mapa de rótulos para o caso padrão sem escala é o seguinte:

{ 
  "scale": "1"
}   

Para fornecer um certo contraste para visualização, alguns softwares de anotação dimensionam 
as imagens de rótulo em uma quantidade constante. Para oferecer suporte a isso, o algoritmo de 
segmentação de semântica do SageMaker fornece uma opção de redimensionamento para reduzir 
a escala verticalmente dos valores para valores de rótulos reais. Quando a redução da escala não 
converte o valor em um número inteiro apropriado, o algoritmo assume como padrão o maior número 
inteiro menor que ou igual ao valor da escala. O código a seguir mostra como definir o valor de 
escala para redimensionar os valores dos rótulos:

{ 
  "scale": "3"
}   

O exemplo a seguir mostra como esse valor "scale" é usado para redimensionar os valores
encoded_label da imagem de entrada anotação quando eles são mapeados para os valores
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mapped_label a serem usados no treinamento. Os valores dos rótulos na imagem de anotação de 
entrada são 0, 3, 6, com escala 3 e, portanto, são mapeados para 0, 1, 2 para treinamento:

encoded_label = [0, 3, 6]
mapped_label = [0, 1, 2]

Em alguns casos, pode ser necessário especificar um mapeamento de cores específico para cada 
classe. Use a opção de mapa no mapeamento de rótulos, conforme mostrado no seguinte exemplo 
de um arquivo label_map:

{ 
    "map": { 
        "0": 5, 
        "1": 0, 
        "2": 2 
    }
}

Esse mapeamento de rótulo para este exemplo é:

encoded_label = [0, 5, 2]
mapped_label = [1, 0, 2]

Com mapeamentos de rótulos, você pode usar diferentes sistemas de anotação e softwares de 
anotação para obter dados sem muito pré-processamento. É possível fornecer um mapa de rótulos 
por canal. Os arquivos de um mapa de rótulos no canal label_map devem seguir as convenções 
de nomenclatura para a estrutura de quatro diretórios. Se você não fornecer um mapa de rótulos, o 
algoritmo assumirá uma escala de 1 (o padrão).

Treinando com o formato de manifesto aumentado

O formato de manifesto aumentado permite que você faça treinamentos no modo de Pipe usando 
arquivos de imagem, sem precisar criar arquivos RecordIO. O arquivo manifesto aumentado 
contém objetos de dados e deve estar no formato JSON Lines, conforme descrito na solicitação
CreateTrainingJob. Cada linha no manifesto é uma entrada contendo o URI do Amazon S3 para 
a imagem e o URI para a imagem de anotação.

Cada objeto JSON no arquivo de manifesto deve conter uma chave source-ref. A chave source-
ref deve conter o valor do URI do Amazon S3 para a imagem. Os rótulos são fornecidos sob o valor 
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do parâmetro AttributeNames, conforme especificado na solicitação CreateTrainingJob. Elas 
também podem conter metadados adicionais sob a tag de metadados, mas estas são ignoradas pelo 
algoritmo. No exemplo abaixo, AttributeNames estão contidOs na lista de imagem e referências 
de anotação ["source-ref", "city-streets-ref"]. Esses nomes devem ter -ref anexada 
a eles. Ao usar o algoritmo Segmentação Semântica com Manifesto Aumentado, o valor do 
parâmetro RecordWrapperType deve ser "RecordIO" e o valor do parâmetro ContentType
deve ser application/x-recordio.

{"source-ref": "S3 bucket location", "city-streets-ref": "S3 bucket location", "city-
streets-metadata": {"job-name": "label-city-streets", }}

Para obter mais informações sobre arquivos manifestos aumentados, consulte Fornecer metadados 
de conjunto de dados para trabalhos de treinamento com um arquivo de Manifesto aumentado.

Treinamento incremental

Você também pode propagar o treinamento de um novo modelo com um modelo anteriormente 
treinado com o SageMaker. Esse treinamento incremental economiza tempo de treinamento quando 
você deseja treinar um novo modelo com dados iguais ou semelhantes. Atualmente, o treinamento 
incremental tem suporte apenas para modelos treinados com a segmentação de semântica integrada 
do SageMaker.

Para usar seu próprio modelo pré-treinado, especifique ChannelName como "modelo" no
InputDataConfig para a solicitação CreateTrainingJob. Defina o ContentType para 
o canal do modelo como application/x-sagemaker-model. Os parâmetros de entrada
backbone, algorithm, crop_size e num_classes que definem a arquitetura de rede devem ser 
especificados de forma consistente nos hiperparâmetros de entrada do novo modelo e no modelo 
pré-treinado que você transfere por upload no canal do modelo. Para o arquivo de modelo pré-
treinado, é possível usar os artefatos compactados (.tar.gz) de saídas do SageMaker. Você só pode 
usar formatos de imagem para dados de entrada. Para obter mais informações sobre treinamento 
incremental e instruções sobre como usá-lo, consulte Use o treinamento incremental no Amazon 
SageMaker.

Produzir inferências

Para consultar um modelo treinado que é implantado em um endpoint, você precisa fornecer uma 
imagem e um AcceptType que represente o tipo de saída necessária. O endpoint usa imagens 
JPEG com um tipo de conteúdo image/jpeg. Se você solicitar um AcceptType de image/png, 
o algoritmo gerará um arquivo PNG com uma máscara de segmentação no mesmo formato que os 
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rótulos. Se você solicitar um tipo aceito de application/x-recordio-protobuf, o algoritmo 
retornará probabilidades de classe codificadas no formato recordio-protobuf. O último formato produz 
um tensor 3D em que a terceira dimensão é do mesmo tamanho que o número de classes. Esse 
componente representa a probabilidade de cada rótulo de classe para cada pixel.

Recomendação de instâncias do EC2 para o algoritmo de Segmentação semântica

O algoritmo de segmentação de semântica do SageMaker oferece suporte apenas para instâncias 
de GPU para treinamento, e recomendamos o uso de instâncias de GPU com mais memória para 
treinamento com grandes tamanhos de lote. O algoritmo pode ser treinado usando instâncias P2, P3, 
G4dn ou G5 em configurações de máquina única.

Para inferência, você pode usar instâncias de CPU (como C5 e M5) e instâncias de GPU (como P3 
e G4dn) ou ambas. Para obter informações sobre os tipos de instâncias que fornecem combinações 
variadas de CPU, GPU, memória e capacidade de rede para inferência, consulte Tipos de instâncias 
de ML do Amazon SageMaker.

Hiperparâmetros de Segmentação semântica

As tabelas a seguir listam os hiperparâmetros com suporte pelo algoritmo de segmentação de 
semântica do Amazon SageMaker para arquitetura de rede, entradas de dados e treinamento. 
Você especifica a Segmentação semântica para treinamento noAlgorithmName da solicitação
CreateTrainingJob.

Hiperparâmetros de arquitetura de rede

Nome do parâmetro Descrição

backbone O backbone a ser usado para o componente codificador do algoritmo.

Opcional

Valores válidos: resnet-50 , resnet-101

Valor padrão: resnet-50

use_pretr 
ained_model

Se um modelo pré-treinado deve ou não ser usado para o backbone.

Opcional

Valores válidos: True, False
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Nome do parâmetro Descrição

Valor padrão: True

algorithm O algoritmo a ser usado para a segmentação semântica.

Opcional

Valores válidos:

• fcn: Algoritmo FCN (Rede totalmente convolucional)

• psp: Algoritmo PSP (Análise de cenas em pirâmide)

• deeplab: Algoritmo DeepLab V3

Valor padrão: fcn

Hiperparâmetros de dados

Nome do parâmetro Descrição

num_classes O número de classes para segmentar.

Obrigatório

Valores válidos: 2 ≤ número inteiro positivo ≤ 254

num_train 
ing_samples

O número de amostras nos dados de treinamento. O algoritmo usa 
esse valor para configurar o planejador de taxa de aprendizagem.

Obrigatório

Valores válidos: inteiro positivo

base_size Define como as imagens são redimensionadas antes do corte. As 
imagens são redimensionadas de modo que o comprimento de 
tamanho longo é definido como base_size  multiplicado por um 
número aleatório de 0,5 a 2,0, e o tamanho curto é calculado para 
preservar a proporção.
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Nome do parâmetro Descrição

Opcional

Valores válidos: número inteiro positivo > 16

Valor padrão: 520

crop_size O tamanho de imagem para entrada durante o treinamento. 
Redimensionamos aleatoriamente a imagem de entrada com base em
base_size  e, depois, fazemos um corte quadrado aleatório com 
comprimento lateral igual a crop_size . Os crop_size  serão 
arredondados automaticamente para múltiplos de 8.

Opcional

Valores válidos: número inteiro positivo > 16

Valor padrão: 240

Hiperparâmetros de treinamento

Nome do parâmetro Descrição

early_stopping Se a lógica de interrupção precoce deve ou não ser usada durante o 
treinamento.

Opcional

Valores válidos: True, False

Valor padrão: False

early_sto 
pping_min_epochs

O número mínimo de epochs que devem ser executados.

Opcional

Valores válidos: inteiro

Valor padrão: 5
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Nome do parâmetro Descrição

early_sto 
pping_patience

O número de epochs que atendem à tolerância de desempenho 
inferior antes que o algoritmo imponha uma interrupção precoce.

Opcional

Valores válidos: inteiro

Valor padrão: 4

early_sto 
pping_tolerance

Se a melhoria relativa da pontuação do trabalho de treinamento, 
mIOU, for menor que esse valor, a interrupção precoce considera 
rá que o epoch não melhorou. Usado apenas quando early_sto 
pping  = True.

Opcional

Valores válidos: 0 ≤ flutuante ≤ 1

Valor padrão: 0.0

epochs O número de epochs com os quais treinar.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 10

gamma1 O fator de degradação para a média móvel do gradiente quadrado 
para rmsprop. Usado apenas para rmsprop.

Opcional

Valores válidos: 0 ≤ flutuante ≤ 1

Valor padrão: 0.9
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Nome do parâmetro Descrição

gamma2 O fator de dinâmica para rmsprop.

Opcional

Valores válidos: 0 ≤ flutuante ≤ 1

Valor padrão: 0.9

learning_rate A taxa de aprendizagem inicial.

Opcional

Valores válidos: 0 < flutuante ≤ 1

Valor padrão: 0.001

lr_scheduler A forma do cronograma de taxa de aprendizagem que controla sua 
diminuição ao longo do tempo.

Opcional

Valores válidos:

• step: Uma degradação gradual, em que a taxa de aprendizagem 
é reduzida (multiplicada) pelo lr_scheduler_factor  após os 
epochs especificados por lr_scheduler_step .

• poly: Uma degradação suave usando uma função polinomial.

• cosine: Uma degradação suave usando uma função de cosseno.

Valor padrão: poly
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Nome do parâmetro Descrição

lr_schedu 
ler_factor

Se lr_scheduler  estiver definido como step, a proporção pela 
qual reduzir (multiplicar) o learning_rate  após cada uma dos 
epochs especificados pelo lr_scheduler_step . Caso contrário, 
ele será ignorado.

Opcional

Valores válidos: 0 ≤ flutuante ≤ 1

Valor padrão: 0.1

lr_scheduler_step Uma lista delimitada por vírgula dos epochs após os quais a
learning_rate  é reduzida (multiplicada) por um lr_schedu 
ler_factor . Por exemplo, se o valor for definido como
"10, 20", a learning-rate  será reduzida pelo lr_schedu 
ler_factor  após o 10º epoch e novamente por esse fator após o 
20º epoch.

Obrigatório condicionalmente se o lr_scheduler  estiver definido 
como step. Caso contrário, ele será ignorado.

Valores válidos: string

Valor padrão: (Sem padrão, pois o valor é obrigatório quando usado.)

mini_batch_size O tamanho do lote para treinamento. Usar um mini_batch_size
grande geralmente resulta em um treinamento mais rápido, mas 
pode causar falta de memória. O uso da memória é afetado pelos 
valores dos parâmetros mini_batch_size  e image_shape , e da 
arquitetura de backbone.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 16
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Nome do parâmetro Descrição

momentum A dinâmica do otimizador sgd. Quando você usa outros otimizadores, 
o algoritmo de segmentação semântica ignora esse parâmetro.

Opcional

Valores válidos: 0 < flutuante ≤ 1

Valor padrão: 0.9

optimizer O tipo de otimizador. Para obter mais informações sobre um otimizado 
r, escolha o link apropriado:

• adam: Estimativa de dinâmica adaptativa

• adagrad: Descida de gradiente adaptativo

• nag: Gradiente acelerado de Nesterov

• rmsprop: Propagação da raiz média quadrática

• sgd: Descida de gradiente estocástica

Opcional

Valores válidos: adam, adagrad, nag, rmsprop, sgd

Valor padrão: sgd

syncbn Se definido como True, a média e a variância da normalização do lote 
são calculadas em todas as amostras processadas nas GPUs.

Opcional

Valores válidos: True, False

Valor padrão: False
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Nome do parâmetro Descrição

validatio 
n_mini_ba 
tch_size

O tamanho do lote para validação. Um mini_batch_size  grande 
geralmente resulta em um treinamento mais rápido, mas pode causar 
falta de memória. O uso da memória é afetado pelos valores dos 
parâmetros mini_batch_size  e image_shape , e da arquitetura 
de backbone.

• Para pontuar a validação em toda a imagem sem recortá-la, 
defina esse parâmetro como 1. Use essa opção se quiser medir o 
desempenho na imagem inteira como um todo.

Note

Definir o parâmetro validation_mini_batch_size
como 1 faz com que o algoritmo crie um novo modelo de 
rede para cada imagem. Isso pode retardar a validação e o 
treinamento.

• Para recortar imagens no tamanho especificado no parâmetro
crop_size , mesmo durante a avaliação, defina esse parâmetro 
como um valor maior que 1.

Opcional

Valores válidos: inteiro positivo

Valor padrão: 16

weight_decay O coeficiente de degradação do peso do otimizador sgd. Quando 
você usa outros otimizadores, o algoritmo ignora esse parâmetro.

Opcional

Valores válidos: 0 < flutuante < 1

Valor padrão: 0.0001

Usar algoritmos internos 3160



Amazon SageMaker Guia do Desenvolvedor

Ajustando um modelo de segmentação de semântica

O ajuste de modelo automático, também conhecido como ajuste de hiperparâmetros, localiza a 
melhor versão de um modelo executando vários trabalhos que testam uma série de hiperparâmetros 
no seu conjunto de dados. Você escolhe os hiperparâmetros ajustáveis, um intervalo de valores para 
cada um e uma métrica objetiva. Você escolhe a métrica objetiva entre as métricas que o algoritmo 
calcula. O ajuste de modelo automático pesquisa os hiperparâmetros escolhidos para encontrar a 
combinação de valores que resultam no modelo que otimiza a métrica objetiva.

Métricas calculadas pelo algoritmo de segmentação de semântica

O algoritmo de segmentação de semântica relata duas métricas de validação. Ao ajustar os valores 
de hiperparâmetros, escolha uma dessas métricas como o objetivo.

Nome da métrica Descrição Direção de otimização

validation:mIOU A área da interseção da segmentação prevista 
e da veracidade dividida pela área de união 
entre elas para imagens no conjunto de 
validação. Também conhecida como índice de 
Jaccard.

Maximizar

validatio 
n:pixel_a 
ccuracy

A porcentagem de pixels que são classificados 
corretamente nas imagens do conjunto de 
validação.

Maximizar

Hiperparâmetros ajustáveis de segmentação de semântica

Você pode ajustar os hiperparâmetros a seguir para o algoritmo de segmentação de semântica.

Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

learning_rate ContinuousParameterRange MinValue: 1e-4, 
MaxValue: 1e-1

mini_batch_size IntegerParameterRanges MinValue: 1, 
MaxValue: 128
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Nome do parâmetro Tipo de parâmetro Intervalos recomenda 
dos

momentum ContinuousParameterRange MinValue: 0,9, 
MaxValue: 0,999

optimzer CategoricalParameterRanges ['sgd', 'adam', 
'adadelta']

weight_decay ContinuousParameterRange MinValue: 1e-5, 
MaxValue: 1e-3

Use o aprendizado por reforço com o Amazon SageMaker

O aprendizado por reforço (RL) combina campos como ciência da computação, neurociência e 
psicologia para determinar como mapear situações em ações para maximizar um sinal numérico 
de recompensa. Essa noção de um sinal de recompensa no RL tem origem em pesquisas 
neurocientíficas sobre como o cérebro humano toma decisões sobre quais ações maximizam a 
recompensa e minimizam a punição. Na maioria das situações, os humanos não recebem instruções 
explícitas sobre quais ações tomar, mas devem aprender quais ações geram as recompensas mais 
imediatas e como essas ações influenciam situações e consequências futuras.

O problema da RL é formalizado usando processos de decisão de Markov (Markov Decision 
Processes, MDPs) que se originam da teoria dos sistemas dinâmicos. Os MDPs visam registrar 
detalhes gerais de um problema real que um agente de aprendizagem encontra durante algum 
período na tentativa de atingir algum objetivo final. O agente de aprendizagem deve ser capaz de 
determinar o estado atual de próprio ambiente e identificar possíveis ações que afetam o estado 
atual do agente de aprendizagem. Além disso, os objetivos do agente de aprendizagem devem se 
correlacionar fortemente com o estado do ambiente. Uma solução para um problema formulado 
dessa forma é conhecida como método de aprendizado por reforço.

Quais são as diferenças entre paradigmas de aprendizado por reforço, supervisionado 
e não supervisionado?

O machine learning pode ser dividido em três paradigmas de aprendizado distintos: supervisionado, 
não supervisionado e por reforço.
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No aprendizado supervisionado, um supervisor externo fornece um conjunto de treinamento com 
exemplos rotulados. Cada exemplo contém informações sobre uma situação, pertence a uma 
categoria e tem um rótulo identificando a categoria à qual pertence. O objetivo do aprendizado 
supervisionado é generalizar para prever corretamente situações que não estão presentes nos 
dados do treinamento.

Por outro lado, o RL lida com problemas interativos, tornando inviável reunir todos os exemplos 
possíveis de situações com rótulos corretos que um agente possa encontrar. Esse tipo de 
aprendizado é mais promissor quando um agente é capaz de aprender com precisão a partir de sua 
própria experiência e se adaptar adequadamente.

No aprendizado não supervisionado, um agente aprende descobrindo a estrutura em dados não 
rotulados. Embora um agente de RL possa se beneficiar da descoberta de uma estrutura com base 
nas experiências, o único propósito do RL é maximizar um sinal de recompensa.

Tópicos

• Por que a aprendizagem por reforço é importante?

• Processo de decisão de Markov (MDP)

• Principais recursos do RL do Amazon SageMaker

• Cadernos de amostra de aprendizagem por reforço

• Exemplo de fluxo de trabalho de URL usando o RL do Amazon SageMaker

• Ambientes de RL no Amazon SageMaker

• Treinamento distribuído com o RL Amazon SageMaker

• Ajuste de hiperparâmetros com o RL Amazon SageMaker

Por que a aprendizagem por reforço é importante?

O RL é adequado para resolver problemas grandes e complexos, como gerenciamento da cadeia de 
suprimentos, sistemas HVAC, robótica industrial, inteligência artificial de jogos, sistemas de diálogo 
e veículos autônomos. Como os modelos de RL aprendem por um processo contínuo de receber 
prêmios e punições por cada ação tomada pelo agente, é possível treinar sistemas para tomar 
decisões sob incerteza e em ambientes dinâmicos.

Processo de decisão de Markov (MDP)

A RL é baseada em modelos chamados Processos de decisão de Markov (MDPs). Um MDP consiste 
em uma série de etapas de tempo. Cada etapa de tempo consiste no seguinte:
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Ambiente

Define o espaço no qual o modelo de RL opera. Isso pode ser um ambiente do mundo real ou um 
simulador. Por exemplo, se você treina um veículo físico autônomo em uma estrada física, isso 
seria um ambiente do mundo real. Se você treina um programa de computador que modela um 
veículo autônomo dirigindo em uma estrada, isso é um simulador.

Estado

Especifica todas as informações sobre o ambiente e etapas anteriores que são relevantes para o 
futuro. Por exemplo, em um modelo de RL em que um robô pode se mover em qualquer direção a 
qualquer momento, a posição do robô no momento atual é o estado, porque, se sabemos onde o 
robô está, não é necessário conhecer os passos que ele seguiu para chegar lá.

Ação

O que o agente faz. Por exemplo, o robô dá um passo à frente.

Prêmio

Um número que representa o valor do estado resultante da última ação que o agente realizou. 
Por exemplo, se o objetivo é que um robô encontre um tesouro, o prêmio por encontrar o tesouro 
pode ser 5, e o prêmio por não encontrar tesouro pode ser 0. O modelo de RL tenta encontrar 
uma estratégia que otimiza o prêmio cumulativo a longo prazo. Essa estratégia é chamada de
política.

Observação

Informações sobre o estado do ambiente que estão disponíveis para o agente em cada etapa. 
Este pode ser o estado inteiro ou pode ser apenas uma parte do estado. Por exemplo, o agente 
em um modelo de xadrez poderia observar todo o estado do tabuleiro em qualquer etapa, mas 
um robô em um labirinto só poderia observar uma pequena área do labirinto que ele ocupa 
atualmente.

Normalmente, o treinamento em RL consiste em muitos episódios. Um episódio consiste em todas as 
etapas de tempo em um MDP, desde o estado inicial até que o ambiente atinja o estado terminal.

Principais recursos do RL do Amazon SageMaker

Para treinar modelos de RL no RL do SageMaker, use os seguintes componentes:

• Uma estrutura de deep learning (DL). Atualmente, o SageMaker oferece suporte para RL no 
TensorFlow e no Apache MXNet.
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• Um kit de ferramentas de RL. Um kit de ferramentas de RL gerencia a interação entre o agente e 
o ambiente e fornece uma ampla seleção de algoritmos de RL de última geração. O SageMaker é 
compatível com os kits de ferramentas Intel Coach e Ray RLLib. Para obter informações sobre o 
Intel Coach, consulte https://nervanasystems.github.io/coach/. Para obter informações sobre o Ray 
RLlib, consulte https://ray.readthedocs.io/en/latest/rllib.html.

• Um ambiente de RL. Você pode usar ambientes personalizados, ambientes de código aberto 
ou ambientes comerciais. Para obter mais informações, consulte Ambientes de RL no Amazon 
SageMaker.

O diagrama a seguir mostra os componentes de RL com suporte no RL do SageMaker.
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Cadernos de amostra de aprendizagem por reforço

Para ver exemplos completos de código, consulte cadernos de amostra aprendizado por reforço no 
repositório de exemplos do SageMaker.

Exemplo de fluxo de trabalho de URL usando o RL do Amazon SageMaker

O exemplo a seguir descreve as etapas para desenvolver modelos de RL usando o RL do Amazon 
SageMaker.

1. Formular o problema de RL—Primeiro, formule o problema empresarial em um problema de 
RL. Por exemplo, a escalabilidade automática permite serviços para aumentar ou diminuir a 
capacidade dinamicamente, dependendo das condições que você define. Atualmente, isso 
requer a configuração de alarmes, políticas de escalabilidade e limites, além de outras etapas 
manuais. Para resolver isso com a RL, definimos os componentes do Processo de decisão de 
Markov:

a. Objetivo—Escalar a capacidade da instância para que ela corresponda ao perfil de carga 
desejado.

b. Ambiente—Um ambiente personalizado que inclui o perfil de carga. Ele gera uma carga 
simulada com variações diárias e semanais e picos ocasionais. O sistema simulado tem um 
atraso entre quando novos recursos são solicitados e quando eles se tornam disponíveis 
para atender a solicitações.

c. Estado—A carga atual, o número de trabalhos com falha e o número de máquinas ativas.

d. Ação—Remover, adicionar ou manter o mesmo número de instâncias.

e. Prêmio—Um prêmio positivo por transações bem-sucedidas e uma penalidade alta por 
transações com falha além de um limite especificado.

2. Definir o ambiente de RL—O ambiente de RL pode ser o mundo real em que o agente de RL 
interage ou uma simulação do mundo real. Você pode conectar ambientes de código aberto e 
personalizados, desenvolvidos usando interfaces Gym e ambientes de simulação comercial, 
como o MATLAB e o Simulink.

3. Definir as predefinições—As predefinições configuram as trabalhos de treinamento de RL e 
definem os hiperparâmetros para os algoritmos de RL.

4. Escrever o código de treinamento—Escreva o código de treinamento como um script Python 
e transmita o script para um trabalho de treinamento do SageMaker. No seu código de 
treinamento, importe os arquivos de ambiente e os arquivos predefinidos e defina a função
main().
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5. Treinar o modelo de RL—Use o RLEstimator do SageMaker no Amazon SageMaker Python 
SDK para iniciar um trabalho de treinamento de RL. Se você estiver usando o modo local, o 
trabalho de treinamento será executado na instância de bloco de anotações. Quando você usa 
o SageMaker para treinamento, é possível selecionar instâncias de GPU ou CPU. Armazene 
a saída do trabalho de treinamento em um diretório local, se você treinar no modo local, ou no 
Amazon S3, se você usar o treinamento do SageMaker.

O RLEstimator requer as seguintes informações como parâmetros.

a. O diretório de origem no qual o ambiente, as predefinições e o código de treinamento são 
carregados.

b. O caminho para o script de treinamento.

c. O kit de ferramentas de RL e a estrutura de deep learning que você deseja usar. Isso é 
resolvido automaticamente para o caminho do Amazon ECR para o contêiner de RL.

d. Os parâmetros de treinamento, como a contagem de instâncias, o nome do trabalho e o 
caminho do S3 para a saída.

e. Definições de métricas que você deseja capturar nos seus logs. Elas também podem ser 
visualizados no CloudWatch e em cadernos do SageMaker.

6. Visualizar as métricas de treinamento e a saída—Após a conclusão de um trabalho de 
treinamento que usa um modelo de RL, é possível visualizar as métricas definidas nos trabalhos 
de treinamento no CloudWatch. Você também pode plotar as métricas em um caderno usando a 
biblioteca analítica do Amazon SageMaker Python SDK. A visualização de métricas ajuda você a 
entender como o desempenho do modelo medido pelo prêmio melhora com o tempo.

Note

Se você treinar em modo local, não poderá visualizar métricas no CloudWatch.

7. Avaliar o modelo—Dados verificados de modelos treinados anteriormente podem ser 
transmitidos para avaliação e inferência no canal de ponto de verificação. No modo local, use o 
diretório local. No modo de treinamento do SageMaker, primeiro é preciso carregar os dados ao 
S3.

8. Implantar modelos de RL—Finalmente, implante o modelo treinado em um endpoint hospedado 
nos contêineres do SageMaker ou em um dispositivo de borda usando o AWS IoT Greengrass.
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Para obter mais informações sobre RL com o SageMaker, consulte Using RL with the SageMaker 
Python SDK.

Ambientes de RL no Amazon SageMaker

O RL do Amazon SageMaker usa ambientes para imitar cenários do mundo real. Dado o estado 
atual do ambiente e uma ação tomada por um ou mais agentes, o simulador processa o impacto 
da ação e retorna o próximo estado e um prêmio. Simuladores são úteis nos casos em que não é 
seguro treinar um agente no mundo real (por exemplo, pilotar um drone) ou se o algoritmo de RL 
demora muito tempo para convergir (por exemplo, em um jogo de xadrez).

O diagrama a seguir mostra um exemplo das interações com um simulador para um jogo de corrida 
de carros.

O ambiente de simulação consiste em um agente e um simulador. Aqui, uma Rede neural 
convolucional (CNN) consome imagens do simulador e gera ações para controlar o controlador 
de jogo. Com várias simulações, esse ambiente gera dados de treinamento no formato state_t,
action, state_t+1 e reward_t+1. Definir o prêmio não é um processo comum e afeta 
a qualidade do modelo de RL. Queremos dar alguns exemplos de funções de prêmio, mas 
gostaríamos de torná-los configuráveis pelo usuário.

Tópicos

• Usar a interface OpenAI Gym para ambientes no RL do SageMaker

• Usar ambientes de código aberto

• Usar ambientes comerciais
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Usar a interface OpenAI Gym para ambientes no RL do SageMaker

Para usar ambientes OpenAI Gym no RL do SageMaker, use os seguintes elementos de API. Para 
obter mais informações sobre o OpenAI Gym, consulte a Documentação do Gym.

• env.action_space—Define as ações que o agente pode realizar, especifica se cada ação é 
contínua ou discreta e especifica o mínimo e o máximo, se a ação for contínua.

• env.observation_space—Define as observações que o agente recebe do ambiente, bem 
como o mínimo e o máximo para observações contínuas.

• env.reset()—Inicializa um episódio de treinamento. A função reset() retorna o estado inicial 
do ambiente, e o agente usa o estado inicial para realizar sua primeira ação. A ação é então 
enviada ao step() repetidamente até que o episódio atinja um estado terminal. Quando step()
retorna done = True, o episódio termina. O kit de ferramentas de RL reinicializa o ambiente 
chamando reset().

• step()—Usa a ação do agente como entrada e produz o próximo estado do ambiente, o prêmio, 
independentemente de o episódio ter sido encerrado, e um dicionário info para comunicar 
informações de depuração. É responsabilidade do ambiente validar as entradas.

• env.render()—Usada para ambientes que possuem visualização. O kit de ferramentas RL 
chama essa função para capturar visualizações do ambiente após cada chamada para a função
step().

Usar ambientes de código aberto

Você pode usar ambientes de código aberto, como o EnergyPlus e o RoboSchool, no RL do 
SageMaker, criando seu próprio contêiner. Para mais informações sobre o EnergyPlus, consulte
https://energyplus.net/. Para mais informações sobre o RoboSchool, consulte https://github.com/ 
openai/roboschool. Os exemplos de HVAC e RoboSchool no repositório de exemplos do SageMaker
mostram como criar um contêiner personalizado para usar com o RL do SageMaker:

Usar ambientes comerciais

Você pode usar ambientes comerciais, como o MATLAB e o Simulink, no RL do SageMaker, criando 
seu próprio contêiner. Você precisa gerenciar suas próprias licenças.

Treinamento distribuído com o RL Amazon SageMaker

O RL do Amazon SageMaker oferece suporte para treinamento distribuído com vários núcleos 
e várias instâncias. Dependendo do seu caso de uso, a implementação do treinamento e/ou do 
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ambiente pode ser distribuída. Por exemplo, o RL do SageMaker funciona para os seguintes 
cenários distribuídos:

• Única instância de treinamento e várias instâncias de implementação do mesmo tipo de instância. 
Para ver um exemplo, consulte o exemplo de compactação de rede neural no repositório de 
exemplos do SageMaker.

• Instância de treinador única e várias instâncias de implementação, em que diferentes tipos 
de instância para treinamento e implementações. Para ver um exemplo, veja o exemplo do 
DeepRacer AWS / RoboMaker AWS no repositório de exemplos do SageMaker.

• Instância de treinador único que usa vários núcleos para implementação. Para ver um exemplo, 
veja o exemplo do Roboschool no repositório de exemplos do SageMaker. Isso é útil se o 
ambiente de simulação for leve e puder ser executado em um único thread.

• Várias instâncias de treinamento e implementações. Para ver um exemplo, veja o exemplo do 
Roboschool no repositório de exemplos do SageMaker.

Ajuste de hiperparâmetros com o RL Amazon SageMaker

Você pode executar um trabalho de ajuste de hiperparâmetros para otimizar hiperparâmetros do 
RL do Amazon SageMaker. O exemplo do Roboschool nos cadernos de amostra no repositório 
de exemplos do SageMaker mostra como você pode fazer isso com o RL Coach. O script de 
inicialização mostra como você pode abstrair os parâmetros do arquivo de predefinições do Coach e 
otimizá-los.

Execute seu código local como um trabalho SageMaker de 
treinamento

Você pode executar seu código Python de aprendizado de máquina (ML) local como um grande 
trabalho de treinamento de nó único da SageMaker Amazon ou como vários trabalhos paralelos. 
Você pode fazer isso anotando o código com um decorador @remote, conforme mostrado no 
exemplo de código a seguir. O treinamento distribuído (em várias instâncias) não é compatível com 
funções remotas.

@remote(**settings)
def divide(x, y): 
    return x / y
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O SDK do SageMaker Python traduzirá automaticamente seu ambiente de espaço de trabalho 
existente e qualquer código de processamento de dados e conjuntos de dados associados em um 
trabalho de SageMaker treinamento executado na plataforma de treinamento. SageMaker Você 
também pode ativar um recurso de cache persistente, que reduzirá ainda mais a latência de início do 
trabalho ao armazenar em cache pacotes de dependências baixados anteriormente. Essa redução 
na latência do trabalho é maior do que a redução na latência causada apenas SageMaker pelo uso 
de pools quentes gerenciados. Para ter mais informações, consulte Usando cache persistente.

Note

Os trabalhos de treinamento distribuídos não são compatíveis com as funções remotas.

As seções a seguir mostram como anotar o código de ML local com um decorador @remote e 
adaptar sua experiência para seu caso de uso. Isso inclui personalizar seu ambiente e integrar-se 
aos SageMaker Experimentos.

Tópicos

• Configure o ambiente

• Invocação de uma função do

• Arquivo de configuração

• Personalize o ambiente de execução

• Compatibilidade de imagens de contêiner

• Registrando parâmetros e métricas com Amazon SageMaker Experiments

• Como usar o código modular com o decorador @remote

• Repositório privado para dependências de tempo de execução

• Cadernos de exemplo

Configure o ambiente

Escolha uma das três opções a seguir para configurar o ambiente.

Execute seu código no Amazon SageMaker Studio Classic

Você pode anotar e executar seu código de ML local a partir do SageMaker Studio Classic criando 
um SageMaker Notebook e anexando qualquer imagem disponível na imagem do SageMaker Studio 
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Classic. As instruções a seguir ajudam você a criar um SageMaker Notebook, instalar o SDK do 
SageMaker Python e anotar seu código com o decorador.

1. Crie um SageMaker Notebook e anexe uma imagem no SageMaker Studio Classic da seguinte 
forma:

a. Siga as instruções em Inicie o Amazon SageMaker Studio Classic no Amazon SageMaker 
Developer Guide.

b. Selecione Studio no painel de navegação à esquerda. Essa ação abre uma nova janela.

c. Na caixa de diálogo Comece a usar, selecione um perfil do usuário na seta para baixo. Essa 
ação abre uma nova janela.

d. Selecione Open Studio Classic.

e. Selecione Abrir inicializador na área de trabalho principal. Essa ação abre uma nova página.

f. Selecione Criar caderno na área de trabalho principal.

g. Selecione Base Python 3.0 na seta para baixo ao lado de Imagem na caixa de diálogo Alterar 
ambiente.

O decorador @remote detecta automaticamente a imagem anexada ao notebook SageMaker 
Studio Classic e a usa para executar o trabalho de SageMaker treinamento. Se o image_uri
for especificado como um argumento no decorador ou no arquivo de configuração, o valor 
especificado em image_uri será usado em vez da imagem detectada.

Para obter mais informações sobre como criar um notebook no SageMaker Studio Classic, 
consulte a seção Criar um caderno a partir do menu Arquivo em Criar ou abrir um caderno 
Amazon SageMaker Studio Classic.

Para ver uma lista das imagens disponíveis, consulte Imagens compatíveis do Docker.

2. Instale o SageMaker SDK do Python.

Para anotar seu código com a função @remote dentro de um notebook SageMaker Studio 
Classic, você deve ter o SDK do SageMaker Python instalado. Instale o SDK do SageMaker 
Python, conforme mostrado no exemplo de código a seguir.

!pip install sagemaker

3. Use o decorador @remote para executar funções em um trabalho de SageMaker treinamento.
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Para executar seu código ML local, primeiro crie um arquivo de dependências para instruir 
SageMaker onde localizar seu código local. Para fazer isso, siga estas etapas:

a. Na área de trabalho principal do SageMaker Studio Classic Launcher, em Utilitários e arquivos, 
escolha Arquivo de texto. Isso abre uma nova guia com um arquivo de texto chamado
untitled.txt.

Para obter mais informações sobre a interface de usuário (UI) do SageMaker Studio Classic, 
consulte Visão geral da interface do usuário do Amazon SageMaker Studio Classic.

b. Renomeie untitled.txt  para requirements.txt.

c. Adicione todas as dependências necessárias para o código junto com a SageMaker biblioteca 
a. requirements.txt

Um exemplo de código mínimo requirements.txt para a função divide do exemplo é 
fornecido na seção a seguir.

sagemaker

d. Execute o código com o decorador remoto aprovando o arquivo de dependências, da seguinte 
forma.

from sagemaker.remote_function import remote

@remote(instance_type="ml.m5.xlarge", dependencies='./requirements.txt')
def divide(x, y): 
    return x / y

divide(2, 3.0)

Para ver exemplos de código adicionais, consulte o caderno de amostra quick_start.ipynb.

Se você já está executando um notebook SageMaker Studio Classic e instala o SDK do 
Python conforme as instruções em 2. Instale o SDK do SageMaker Python, você deve reiniciar 
seu kernel. Para obter mais informações, consulte Use a barra de ferramentas do notebook 
SageMaker Studio Classic no Amazon SageMaker Developer Guide.
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Execute seu código a partir de um SageMaker notebook da Amazon

Você pode anotar seu código de ML local a partir de uma instância do SageMaker notebook. As 
instruções a seguir mostram como criar uma instância de notebook com um kernel personalizado, 
instalar o SDK do SageMaker Python e anotar seu código com o decorador.

1. Criar uma instância de caderno com um kernel conda personalizado.

Você pode anotar seu código de ML local com um decorador @remote para usar dentro de um 
SageMaker trabalho de treinamento. Primeiro, você deve criar e personalizar uma instância do 
SageMaker notebook para usar um kernel com Python versão 3.7 ou superior, até 3.10.x. Para 
fazer isso, siga estas etapas:

a. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/.

b. No painel de navegação esquerdo, escolha Caderno para expandir as opções.

c. Escolha Instância de cadernos entre as opções expandidas.

d. Escolha o botão Criar instância de cadernos. Essa ação abre uma nova página.

e. Em Nome de instância de cadernos, insira um nome com no máximo 63 caracteres e sem 
espaços. Caracteres válidos: A-Z, a-z, 0-9, e .:+=@ _%- (hífen).

f. Na caixa de diálogo Configurações da instância de cadernos, expanda a seta para a direita ao 
lado de Configuração adicional.

g. Em Configuração do ciclo de vida - opcional, expanda a seta para baixo e selecione Criar uma 
nova configuração do ciclo de vida. Isso abre uma nova caixa de diálogo.

h. Em Nome, digite um nome para o ajuste de configuração.

i. Na caixa de diálogo Scripts, na guia Iniciar caderno, substitua o conteúdo já existente da caixa 
de texto pelo script a seguir.

#!/bin/bash

set -e

sudo -u ec2-user -i <<'EOF'
unset SUDO_UID
WORKING_DIR=/home/ec2-user/SageMaker/custom-miniconda/
source "$WORKING_DIR/miniconda/bin/activate"
for env in $WORKING_DIR/miniconda/envs/*; do 
    BASENAME=$(basename "$env") 
    source activate "$BASENAME" 
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    python -m ipykernel install --user --name "$BASENAME" --display-name "Custom 
 ($BASENAME)"
done
EOF

echo "Restarting the Jupyter server.."
# restart command is dependent on current running Amazon Linux and JupyterLab
CURR_VERSION_AL=$(cat /etc/system-release)
CURR_VERSION_JS=$(jupyter --version)

if [[ $CURR_VERSION_JS == *$"jupyter_core     : 4.9.1"* ]] && [[ $CURR_VERSION_AL 
 == *$" release 2018"* ]]; then 
 sudo initctl restart jupyter-server --no-wait
else 
 sudo systemctl --no-block restart jupyter-server.service
fi

j. Na caixa de diálogo Scripts, na guia Iniciar caderno, substitua o conteúdo já existente da caixa 
de texto pelo script a seguir.

#!/bin/bash

set -e

sudo -u ec2-user -i <<'EOF'
unset SUDO_UID
# Install a separate conda installation via Miniconda
WORKING_DIR=/home/ec2-user/SageMaker/custom-miniconda
mkdir -p "$WORKING_DIR"
wget https://repo.anaconda.com/miniconda/Miniconda3-4.6.14-Linux-x86_64.sh -O 
 "$WORKING_DIR/miniconda.sh"
bash "$WORKING_DIR/miniconda.sh" -b -u -p "$WORKING_DIR/miniconda"  
rm -rf "$WORKING_DIR/miniconda.sh"
# Create a custom conda environment
source "$WORKING_DIR/miniconda/bin/activate"
KERNEL_NAME="custom_python310"
PYTHON="3.10"
conda create --yes --name "$KERNEL_NAME" python="$PYTHON" pip
conda activate "$KERNEL_NAME"
pip install --quiet ipykernel
# Customize these lines as necessary to install the required packages
EOF
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k. Escolha o botão Criar configuração na parte inferior direita da janela.

l. Escolha o botão Criar instância de caderno na parte inferior direita da janela.

m.Aguarde até que o status da instância do notebook mude de Pendente para InService.

2. Crie um caderno Jupyter na instância de cadernos.

As instruções a seguir mostram como criar um notebook Jupyter usando o Python 3.10 na sua 
instância recém-criada. SageMaker

a. Depois que o Status da instância do notebook da etapa anterior for InService, faça o seguinte:

i. Selecione Abrir o Jupyter em Ações na linha que contém o nome de instância de caderno 
recém-criada. Isso abre um novo servidor Jupyter.

b. No servidor Jupyter, selecione Novo no menu superior direito.

c. Na seta para baixo, selecione conda_custom_python310. Isso cria um novo caderno Jupyter 
que usa um kernel Python 3.10. Esse novo caderno Jupyter agora pode ser usado de forma 
semelhante a um caderno Jupyter local.

3. Instale o SageMaker SDK do Python.

Depois que seu ambiente virtual estiver em execução, instale o SDK do SageMaker Python 
usando o exemplo de código a seguir.

!pip install sagemaker

4. Use um decorador @remote para executar funções em um trabalho de SageMaker treinamento.

Quando você anota seu código de ML local com um decorador @remote dentro do SageMaker 
notebook, o SageMaker treinamento interpreta automaticamente a função do seu código e 
a executa como um SageMaker trabalho de treinamento. Para configurar o caderno, faça o 
seguinte:

a. Selecione o nome do kernel no menu do notebook na instância do SageMaker notebook 
que você criou na etapa 1, Criar uma instância do SageMaker Notebook com um kernel 
personalizado.

Para obter mais informações, consulte Alterar uma imagem ou um kernel.

b. Na seta para baixo, escolha um kernel conda personalizado que usa uma versão do Python 
3.7 ou superior.
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Por exemplo, ao selecionar conda_custom_python310, escolhe-se o kernel para Python 
3.10.

c. Escolha Selecionar.

d. Aguarde até que o status do kernel apareça como inativo, o que indica que o kernel foi iniciado.

e. Na página inicial do Jupyter Server, selecione Novo no menu superior direito.

f. Ao lado da seta para baixo, selecione Arquivo de texto. Isso cria um novo arquivo de texto 
chamado untitled.txt.

g. Renomeie untitled.txt como requirements.txt e adicione todas as dependências 
necessárias para o código junto com o sagemaker.

h. Execute o código com o decorador remoto aprovando o arquivo de dependências conforme 
mostrado abaixo.

from sagemaker.remote_function import remote

@remote(instance_type="ml.m5.xlarge", dependencies='./requirements.txt')
def divide(x, y): 
    return x / y

divide(2, 3.0)

Consulte o caderno de exemplo quick_start.ipynb para exemplos de código adicionais.

Execute o código de dentro do IDE local

Você pode anotar o código de ML local com um decorador @remote dentro do IDE local de sua 
preferência. As etapas a seguir mostram os pré-requisitos necessários, como instalar o SDK Python 
e como anotar seu código com o decorador @remote.

1. Instale os pré-requisitos configurando o AWS Command Line Interface (AWS CLI) e criando uma 
função da seguinte forma:

• Integre-se a um SageMaker domínio seguindo as instruções na seção AWS CLIPré-requisitos 
de Configurar pré-requisitos da Amazon. SageMaker

• Crie uma função do IAM seguindo a seção Criar função de execução de SageMakerFunções.

2. Crie um ambiente virtual usando PyCharm ou conda usando Python versão 3.7 ou superior, até 
3.10.x.
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• Configure um ambiente virtual usando PyCharm o seguinte:

a. Selecione Arquivo no menu principal.

b. Escolha New Project (Novo projeto).

c. Escolha Conda na seta para baixo em Novo ambiente usando.

d. No campo da versão do Python, use a seta para baixo para selecionar uma versão do Python 
que seja 3.7 ou superior. Você pode ir até 3.10.x na lista.

• Se você tiver o Anaconda instalado, você pode configurar um ambiente virtual usando conda, 
da seguinte forma:

• Abra uma interface de terminal de mensagens do Anaconda.

• Crie e ative um novo ambiente conda usando uma versão Python 3.7 ou superior, até 3.10x. 
O exemplo de código a seguir mostra como criar um ambiente conda usando o Python 
versão 3.10.

conda create -n sagemaker_jobs_quick_start python=3.10 pip
conda activate sagemaker_jobs_quick_start

3. Instale o SageMaker SDK do Python.
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Para empacotar o código do seu IDE preferido, você deve ter um ambiente virtual configurado 
usando Python 3.7 ou superior, até 3,10x. Você também precisa de uma imagem de contêiner 
compatível. Instale o SDK do SageMaker Python usando o exemplo de código a seguir.

pip install sagemaker

4. Encapsule o código dentro do decorador @remote. O SDK do SageMaker Python interpretará 
automaticamente a função do seu código e a executará como um SageMaker trabalho de 
treinamento. Os exemplos de código a seguir mostram como importar as bibliotecas necessárias, 
configurar uma SageMaker sessão e anotar uma função com o decorador @remote.

Você pode executar o código fornecendo diretamente as dependências necessárias ou usando 
dependências do ambiente conda ativo.

• Para fornecer as dependências diretamente, faça o seguinte:

• Crie um arquivo requirements.txt no diretório de trabalho em que o código reside.

• Adicione todas as dependências necessárias para o código junto com a SageMaker 
biblioteca. A seção a seguir fornece um exemplo mínimo de código para o
requirements.txt, para a função divide do exemplo.

sagemaker

• Execute o código com o decorador @remote aprovando o arquivo de dependências. No 
exemplo de código a seguir, The IAM role name substitua por um ARN de função AWS 
Identity and Access Management (IAM) que você gostaria de usar SageMaker para executar 
seu trabalho.

import boto3
import sagemaker
from sagemaker.remote_function import remote

sm_session = 
 sagemaker.Session(boto_session=boto3.session.Session(region_name="us-west-2"))
settings = dict( 
    sagemaker_session=sm_session, 
    role=<The IAM role name>, 
    instance_type="ml.m5.xlarge", 
    dependencies='./requirements.txt'
)
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@remote(**settings)
def divide(x, y): 
    return x / y

if __name__ == "__main__": 
    print(divide(2, 3.0))

• Para usar dependências do ambiente conda ativo, use o valor auto_capture do parâmetro
dependencies, conforme mostrado a seguir.

import boto3
import sagemaker
from sagemaker.remote_function import remote

sm_session = sagemaker.Session(boto_session=boto3.session.Session(region_name="us-
west-2"))
settings = dict( 
    sagemaker_session=sm_session, 
    role=<The IAM role name>, 
    instance_type="ml.m5.xlarge", 
    dependencies="auto_capture"
)

@remote(**settings)
def divide(x, y): 
    return x / y

if __name__ == "__main__": 
    print(divide(2, 3.0))

Note

Você também pode implementar o código anterior dentro de um notebook Jupyter. 
PyCharm A Professional Edition oferece suporte nativo ao Jupyter. Para obter mais 
orientações, consulte o suporte do notebook Jupyter na documentação PyCharm.
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Invocação de uma função do

Para invocar uma função dentro do decorador @remote, use um dos seguintes métodos:

• Use um decorador @remote para invocar uma função.

• Use API RemoteExecutor para invocar uma função.

Se você usar o método decorador @remote para invocar uma função, o trabalho de treinamento 
aguardará a conclusão da função antes de iniciar uma nova tarefa. No entanto, se você usar a API
RemoteExecutor, poderá executar mais de um trabalho em paralelo. As seções a seguir mostram 
as duas formas de invocar uma função.

Use um decorador @remote para invocar uma função

Você pode usar o decorador @remote para anotar uma função. SageMaker transformará o código 
dentro do decorador em um trabalho SageMaker de treinamento. O trabalho de treinamento então 
invocará a função dentro do decorador e aguardará a conclusão do trabalho. O exemplo de código 
a seguir mostra como importar as bibliotecas necessárias, iniciar uma SageMaker instância e anotar 
uma multiplicação de matrizes com o decorador @remote.

from sagemaker.remote_function import remote
import numpy as np

@remote(instance_type="ml.m5.large")
def matrix_multiply(a, b): 
    return np.matmul(a, b) 
     
a = np.array([[1, 0], 
             [0, 1]])
b = np.array([1, 2])

assert (matrix_multiply(a, b) == np.array([1,2])).all()

O decorador é definido da seguinte forma.

def remote( 
    *, 
    **kwarg): 
        ...
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Quando você invoca uma função decorada, o SDK do SageMaker Python carrega todas as exceções 
geradas por um erro na memória local. No exemplo de código a seguir, a primeira chamada para a 
função de divisão é concluída com êxito e o resultado é carregado na memória local. Na segunda 
chamada para a função de divisão, o código retorna um erro e esse erro é carregado na memória 
local.

from sagemaker.remote_function import remote
import pytest

@remote()
def divide(a, b): 
    return a/b

# the underlying job is completed successfully  
# and the function return is loaded
assert divide(10, 5) == 2

# the underlying job fails with "AlgorithmError"  
# and the function exception is loaded into local memory  
with pytest.raises(ZeroDivisionError): 
    divide(10, 0)

Note

A função decorada é executada como um trabalho remoto. Se o encadeamento for 
interrompido, o trabalho subjacente não será interrompido.

Como alterar o valor de uma variável local

A função decoradora é executada em uma máquina remota. Alterar uma variável não local ou 
argumentos de entrada dentro de uma função decorada não alterará o valor local.

No exemplo de código a seguir, uma lista e um dicionário são anexados à função decoradora. Isso 
não muda quando a função decoradora é invocada.

a = []

@remote
def func(): 
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    a.append(1)

# when func is invoked, a in the local memory is not modified         
func()  
func()

# a stays as [] 
     
a = {}
@remote
def func(a): 
    # append new values to the input dictionary 
    a["key-2"] = "value-2" 
     
a = {"key": "value"}
func(a)

# a stays as {"key": "value"}

Para alterar o valor de uma variável local declarada dentro de uma função decoradora, retorne a 
variável da função. O exemplo de código a seguir mostra que o valor de uma variável local é alterado 
quando ela é retornada da função.

a = {"key-1": "value-1"}

@remote
def func(a): 
    a["key-2"] = "value-2" 
    return a

a = func(a)

-> {"key-1": "value-1", "key-2": "value-2"}                                     

Serialização e desserialização de dados

Quando você invoca uma função remota, serializa SageMaker automaticamente os argumentos da 
função durante os estágios de entrada e saída. Os argumentos e retornos da função são serializados 
usando o cloudpickle. SageMaker suporta a serialização dos seguintes objetos e funções do Python.

• Objetos Python integrados, incluindo dictos, listas, floats, ints, strings, valores booleanos e tuplas

• matrizes numéricas
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• Dataframes Pandas

• Conjuntos de dados e estimadores do Scikit-learn

• PyTorch modelos

• TensorFlow modelos

• A classe Booster para XGBoost

O seguinte pode ser usado com algumas limitações.

• Dask DataFrames

• A classe XGBoost Dmatrix

• TensorFlow conjuntos de dados e subclasses

• PyTorch modelos

A seção a seguir contém as melhores práticas para usar as classes Python anteriores com algumas 
limitações em sua função remota, informações sobre onde SageMaker armazena seus dados 
serializados e como gerenciar o acesso a eles.

Práticas recomendadas para classes de Python com suporte limitado para serialização remota de 
dados

Você pode usar as classes Python listadas nesta seção com limitações. As próximas seções 
abordam as práticas recomendadas de como usar as seguintes classes de Python.

• Dask DataFrames

• A classe XGBoost Dmatrix

• TensorFlow conjuntos de dados e subclasses

• PyTorch modelos

Práticas recomendadas para o Dask

Dask é uma biblioteca de código aberto usada para computação paralela em Python. Esta seção 
mostra o seguinte.

• Como passar um Dask DataFrame para sua função remota

• Como converter estatísticas resumidas de um Dask DataFrame em um Pandas DataFrame
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Como passar um Dask DataFrame para sua função remota

Os Dask DataFrames costumam ser usados para processar grandes conjuntos de dados porque 
podem conter conjuntos de dados que exigem mais memória do que a disponível. Isso ocorre 
porque um Dask DataFrame não carrega seus dados locais na memória. Se você passar um 
Dask DataFrame como argumento de função para sua função remota, o Dask poderá passar uma 
referência aos dados em seu disco local ou armazenamento em nuvem, em vez dos dados em si. 
O código a seguir mostra um exemplo de como passar um Dask DataFrame dentro de sua função 
remota que funcionará em um espaço vazio DataFrame.

#Do not pass a Dask DataFrame  to your remote function as follows
def clean(df: dask.DataFrame ): 
    cleaned = df[] \ ...                             

O Dask carregará os dados do Dask DataFrame na memória somente quando você usar o. 
DataFrame Se você quiser usar um Dask DataFrame dentro de uma função remota, forneça o 
caminho para os dados. Em seguida, o Dask lerá o conjunto de dados diretamente do caminho de 
dados que você especifica quando o código é executado.

O exemplo de código a seguir mostra como usar um Dask DataFrame dentro da função clean
remota. No exemplo de código, raw_data_path é passado para clean em vez do Dask DataFrame. 
Quando o código é executado, o conjunto de dados é lido diretamente na localização de um bucket 
do Amazon S3 especificado em raw_data_path. Em seguida, a persist função mantém o 
conjunto de dados na memória para facilitar a random_split função subsequente e gravado 
de volta no caminho de dados de saída em um bucket do S3 usando as funções da API Dask 
DataFrame .

import dask.dataframe as dd

@remote( 
   instance_type='ml.m5.24xlarge', 
   volume_size=300,  
   keep_alive_period_in_seconds=600)
#pass the data path to your remote function rather than the Dask DataFrame  itself
def clean(raw_data_path: str, output_data_path: str: split_ratio: list[float]): 
    df = dd.read_parquet(raw_data_path) #pass the path to your DataFrame  
    cleaned = df[(df.column_a >= 1) & (df.column_a < 5)]\ 
        .drop(['column_b', 'column_c'], axis=1)\ 
        .persist() #keep the data in memory to facilitate the following random_split 
 operation 
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    train_df, test_df = cleaned.random_split(split_ratio, random_state=10) 

    train_df.to_parquet(os.path.join(output_data_path, 'train') 
    test_df.to_parquet(os.path.join(output_data_path, 'test')) 
     
clean("s3://my-bucket/raw/", "s3://my-bucket/cleaned/", split_ratio=[0.7, 0.3])         
                     

Como converter estatísticas resumidas de um Dask DataFrame em um Pandas DataFrame

As estatísticas resumidas de um Dask DataFrame podem ser convertidas em Pandas DataFrame 
invocando o compute método conforme mostrado no código de exemplo a seguir. No exemplo, o 
bucket do S3 contém um grande Dask DataFrame que não cabe na memória ou em um dataframe 
Pandas. No exemplo a seguir, uma função remota escaneia o conjunto de dados e retorna um Dask 
DataFrame contendo as estatísticas de saída describe para um Pandas. DataFrame

executor = RemoteExecutor( 
    instance_type='ml.m5.24xlarge', 
    volume_size=300,  
    keep_alive_period_in_seconds=600)

future = executor.submit(lambda: dd.read_parquet("s3://my-bucket/
raw/").describe().compute())

future.result()                             

Práticas recomendadas para a classe DMatic do XGBoost

DMatrix é uma estrutura de dados interna usada pelo XGBoost para carregar dados. Um objeto 
DMatrix não pode ser selecionado para se mover facilmente entre as sessões de computação. A 
aprovação direta de instâncias DMatrix falhará com um SerializationError.

Como aprovar um objeto de dados na função remota e treinar com o XGBoost

Para converter um Pandas DataFrame em uma instância DMatrix e usá-lo para treinamento em 
sua função remota, passe-o diretamente para a função remota, conforme mostrado no exemplo de 
código a seguir.

import xgboost as xgb

@remote
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def train(df, params): 
    #Convert a pandas dataframe into a DMatrix DataFrame and use it for training 
    dtrain = DMatrix(df)  
    return xgb.train(dtrain, params)                         

Melhores práticas para TensorFlow conjuntos de dados e subclasses

TensorFlow conjuntos de dados e subclasses são objetos internos usados pelo TensorFlow para 
carregar dados durante o treinamento. TensorFlow conjuntos de dados e subclasses não podem ser 
selecionados para se moverem facilmente entre as sessões de computação. A aprovação direta de 
conjuntos de dados ou subclasses do Tensorflow falhará com um SerializationError. Use as 
APIs de E/S do Tensorflow para carregar dados do armazenamento, conforme mostrado no exemplo 
de código a seguir.

import tensorflow as tf
import tensorflow_io as tfio

@remote
def train(data_path: str, params): 
     
    dataset = tf.data.TextLineDataset(tf.data.Dataset.list_files(f"{data_path}/*.txt")) 
    ... 
     
train("s3://my-bucket/data", {})                         

Práticas recomendadas para PyTorch modelos

PyTorch os modelos são serializáveis e podem ser passados entre o ambiente local e a função 
remota. Se o ambiente local e o ambiente remoto tiverem tipos de dispositivos diferentes, como 
(GPUs e CPUs), você não poderá retornar um modelo treinado ao ambiente local. Por exemplo, se o 
código a seguir for desenvolvido em um ambiente local sem GPUs, mas executado em uma instância 
com GPUs, retornar diretamente o modelo treinado resultará em um DeserializationError.

# Do not return a model trained on GPUs to a CPU-only environment as follows

@remote(instance_type='ml.g4dn.xlarge')
def train(...): 
    if torch.cuda.is_available(): 
        device = torch.device("cuda") 
    else: 
        device = torch.device("cpu") # a device without GPU capabilities 
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    model = Net().to(device) 
     
    # train the model 
    ... 
     
    return model 
     
model = train(...) #returns a DeserializationError if run on a device with GPU          
                

Para retornar um modelo treinado em um ambiente de GPU para um que contenha somente 
recursos de CPU, use as APIs de E/S do PyTorch modelo diretamente, conforme mostrado no 
exemplo de código abaixo.

import s3fs

model_path = "s3://my-bucket/folder/"

@remote(instance_type='ml.g4dn.xlarge')
def train(...): 
    if torch.cuda.is_available(): 
        device = torch.device("cuda") 
    else: 
        device = torch.device("cpu") 
     
    model = Net().to(device) 
     
    # train the model 
    ... 
     
    fs = s3fs.FileSystem() 
    with fs.open(os.path.join(model_path, 'model.pt'), 'wb') as file: 
        torch.save(model.state_dict(), file) #this writes the model in a device-
agnostic way (CPU vs GPU) 
     
train(...) #use the model to train on either CPUs or GPUs

model = Net()
fs = s3fs.FileSystem()with fs.open(os.path.join(model_path, 'model.pt'), 'rb') as file: 
    model.load_state_dict(torch.load(file, map_location=torch.device('cpu')))
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Onde SageMaker armazena seus dados serializados

Quando você invoca uma função remota, serializa SageMaker automaticamente os argumentos 
da função e retorna valores durante os estágios de entrada e saída. Esses dados serializados 
são armazenados em um diretório raiz no bucket do S3. Você especifica o diretório raiz,
<s3_root_uri>, em um arquivo de configuração. O parâmetro job_name é gerado 
automaticamente para você.

No diretório raiz, SageMaker cria uma <job_name> pasta que contém seu diretório de trabalho 
atual, a função serializada, os argumentos para sua função serializada, os resultados e quaisquer 
exceções decorrentes da invocação da função serializada.

Em <job_name>, o diretório workdir contém um arquivo compactado do diretório de trabalho 
atual. O arquivo compactado inclui todos os arquivos Python no diretório de trabalho e o arquivo
requirements.txt, que especifica todas as dependências necessárias para executar a função 
remota.

Veja a seguir um exemplo da estrutura da pasta em um bucket do S3 que você especifica no arquivo 
de configuração.

<s3_root_uri>/ # specified by s3_root_uri or S3RootUri 
    <job_name>/ #automatically generated for you 
        workdir/workspace.zip # archive of the current working directory (workdir) 
        function/ # serialized function 
        arguments/ # serialized function arguments 
        results/ # returned output from the serialized function including the model 
        exception/ # any exceptions from invoking the serialized function

O diretório raiz que você especifica no bucket do S3 não se destina ao armazenamento de longo 
prazo. Os dados serializados estão estreitamente vinculados à versão do Python e à versão da 
estrutura de machine learning (ML) que foram usadas durante a serialização. Se você atualizar a 
versão Python ou a estrutura de ML, talvez não consiga usar os dados serializados. Em vez disso, 
faça o seguinte:

• Armazene o modelo e os artefatos do modelo em um formato independente da versão do Python e 
da estrutura de ML.

• Se você atualizar a estrutura Python ou ML, acesse os resultados do modelo no armazenamento 
de longo prazo.
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Important

Para excluir os dados serializados após um determinado período, defina uma configuração 
vitalícia no bucket do S3.

Note

Os arquivos serializados com o módulo pickle do Python podem ser menos portáteis do 
que outros formatos de dados, incluindo CSV, Parquet e JSON. Tenha cuidado ao carregar 
arquivos .pickle de fontes desconhecidas.

Para obter mais informações sobre o que incluir em um arquivo de configuração para uma função 
remota, consulte Arquivo de configuração.

Acesso aos dados serializados

Os administradores podem fornecer configurações dos dados serializados, incluindo a localização 
e quaisquer configurações de criptografia em um arquivo de configuração. Por padrão, os dados 
serializados são criptografados com uma chave AWS Key Management Service (AWS KMS). 
Os administradores também podem restringir o acesso ao diretório raiz que você especifica no 
seu arquivo de configuração com uma política do bucket. O arquivo de configuração pode ser 
compartilhado e usado entre projetos e trabalhos. Para obter mais informações, consulte Arquivo de 
configuração.

Use API RemoteExecutor para invocar uma função

Você pode usar a RemoteExecutor API para invocar uma função. SageMaker O Python SDK 
transformará o código dentro da RemoteExecutor chamada em um SageMaker trabalho de 
treinamento. O trabalho de treinamento então invocará a função como uma operação assíncrona e 
retornará um future. No entanto, se você usar a API RemoteExecutor, poderá executar mais de 
um trabalhos de treinamento em paralelo. Para obter mais informações sobre futuros em Python, 
consulte Futures.

O exemplo de código a seguir mostra como importar as bibliotecas necessárias, definir uma função, 
iniciar uma SageMaker instância e usar a API para enviar uma solicitação para executar 2 trabalhos 
em paralelo.

Invocação de uma função do 3190

https://docs.aws.amazon.com/AmazonS3/latest/userguide/how-to-set-lifecycle-configuration-intro.html
https://docs.aws.amazon.com/AmazonS3/latest/userguide/how-to-set-lifecycle-configuration-intro.html
https://docs.python.org/3/library/pickle.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-remote-decorator-config.html
https://docs.aws.amazon.com/AmazonS3/latest/userguide/example-bucket-policies.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-remote-decorator-config.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-remote-decorator-config.html
https://docs.python.org/3/library/asyncio-future.html


Amazon SageMaker Guia do Desenvolvedor

from sagemaker.remote_function import RemoteExecutor

def matrix_multiply(a, b): 
    return np.matmul(a, b)

a = np.array([[1, 0], 
             [0, 1]])
b = np.array([1, 2])

with RemoteExecutor(max_parallel_job=2, instance_type="ml.m5.large") as e: 
    future = e.submit(matrix_multiply, a, b)

assert (future.result() == np.array([1,2])).all()

A classe RemoteExecutor é uma implantação da biblioteca concurrent.futures.Executor.

O exemplo de código a seguir mostra como definir uma função e chamá-la usando o
RemoteExecutorAPI. Neste exemplo, eles RemoteExecutor enviarão 4 trabalhos no total, mas 
somente 2 em paralelo. As duas últimas tarefas reutilizarão os clusters com o mínimo de sobrecarga.

from sagemaker.remote_function.client import RemoteExecutor

def divide(a, b): 
    return a/b  

with RemoteExecutor(max_parallel_job=2, keep_alive_period_in_seconds=60) as e: 
    futures = [e.submit(divide, a, 2) for a in [3, 5, 7, 9]]

for future in futures: 
    print(future.result())

O parâmetro max_parallel_job serve apenas como um mecanismo de limitação de taxa sem 
otimizar a alocação de recursos computacionais. No exemplo de código anterior, RemoteExecutor
não reserva recursos de computação para os dois trabalhos paralelos antes que qualquer trabalho 
seja enviado. Para obter mais informações sobre max_parallel_job ou outros parâmetros para o 
decorador @remote, consulte Especificação de métodos e classes de funções remotas.
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Classe future para a API RemoteExecutor

A classe future é uma classe pública que representa a função de retorno do trabalho de 
treinamento quando ela é invocada de forma assíncrona. A classe future implementa a classe
concurrent.futures.Future. Essa classe pode ser usada para realizar operações no trabalho 
subjacente e carregar dados na memória.

Arquivo de configuração

O Amazon SageMaker Python SDK suporta a configuração de valores padrão para tipos primitivos 
de AWS infraestrutura. Depois que os administradores configuram esses padrões, eles são 
transmitidos automaticamente quando o SDK do SageMaker Python chama as APIs compatíveis. Os 
argumentos para a função do decorador podem ser colocados dentro dos arquivos de configuração. 
Isso é para que você possa separar as configurações relacionadas à infraestrutura da base de 
código. Para obter mais informações sobre parâmetros e argumentos da função e métodos remotos, 
consulte Especificação de métodos e classes de funções remotas.

Você pode definir as configurações de infraestrutura para a configuração de rede, perfis do IAM, 
pasta Amazon S3 para entrada, dados de saída e tags dentro do arquivo de configuração. O arquivo 
de configuração pode ser usado ao invocar uma função usando o decorador @remote ou a API
RemoteExecutor.

Veja a seguir um exemplo de arquivo de configuração que define as dependências, os recursos e 
outros argumentos. Esse exemplo de arquivo de configuração é usado para invocar uma função que 
é iniciada usando o decorador @remote ou a RemoteExecutor API.

SchemaVersion: '1.0'
SageMaker: 
  PythonSDK: 
    Modules: 
      RemoteFunction: 
        Dependencies: 'path/to/requirements.txt'
        EnableInterContainerTrafficEncryption: true 
        EnvironmentVariables: {'EnvVarKey': 'EnvVarValue'} 
        ImageUri: '366666666666.dkr.ecr.us-west-2.amazonaws.com/my-image:latest' 
        IncludeLocalWorkDir: true 
        CustomFileFilter:  
          IgnoreNamePatterns: 
          - "*.ipynb" 
          - "data" 
        InstanceType: 'ml.m5.large' 
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        JobCondaEnvironment: 'your_conda_env' 
        PreExecutionCommands: 
            - 'command_1' 
            - 'command_2' 
        PreExecutionScript: 'path/to/script.sh' 
        RoleArn: 'arn:aws:iam::366666666666:role/MyRole' 
        S3KmsKeyId: 'yourkmskeyid' 
        S3RootUri: 's3://my-bucket/my-project' 
        VpcConfig: 
            SecurityGroupIds:  
            - 'sg123' 
            Subnets:  
            - 'subnet-1234' 
        Tags: [{'Key': 'yourTagKey', 'Value':'yourTagValue'}] 
        VolumeKmsKeyId: 'yourkmskeyid'

O decorador @remote e RemoteExecutor procurará por Dependencies nos seguintes arquivos 
de configuração:

• Um arquivo de configuração definido pelo administrador.

• Um arquivo de configuração definido pelo usuário.

Os locais padrão desses arquivos de configuração dependem e são relativos ao ambiente. O 
exemplo de código a seguir retorna o local padrão dos arquivos de configuração do administrador e 
do usuário. Esses comandos devem ser executados no mesmo ambiente em que você está usando 
o SDK do SageMaker Python.

import os
from platformdirs import site_config_dir, user_config_dir

#Prints the location of the admin config file
print(os.path.join(site_config_dir("sagemaker"), "config.yaml"))

#Prints the location of the user config file
print(os.path.join(user_config_dir("sagemaker"), "config.yaml"))

Você pode substituir os locais padrão desses arquivos definindo as variáveis de ambiente
SAGEMAKER_ADMIN_CONFIG_OVERRIDE e SAGEMAKER_USER_CONFIG_OVERRIDE para os 
caminhos de arquivos de configuração definidos pelo administrador e definidos pelo usuário, 
respectivamente.
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Se existir uma chave nos arquivos de configuração definidos pelo administrador e pelo usuário, o 
valor no arquivo definido pelo usuário será usado.

Personalize o ambiente de execução

Você pode personalizar seu ambiente de tempo de execução para usar seus ambientes de 
desenvolvimento integrado (IDEs) locais preferidos, SageMaker notebooks ou notebooks SageMaker 
Studio Classic para escrever seu código de ML. SageMaker ajudará a empacotar e enviar suas 
funções e suas dependências como um trabalho de SageMaker treinamento. Isso permite que 
você acesse a capacidade do servidor de SageMaker treinamento para executar seus trabalhos de 
treinamento.

Tanto o decorador remoto quanto os métodos RemoteExecutor para invocar uma função permitem 
que os usuários definam e personalizem o ambiente de tempo de execução. Você pode usar um 
arquivo requirements.txt ou YAML do ambiente conda.

Para personalizar um ambiente de tempo de execução usando um arquivo YAML e
requirements.txt do ambiente conda, consulte o exemplo de código a seguir.

# specify a conda environment inside a yaml file
@remote(instance_type="ml.m5.large", 
        image_uri = "my_base_python:latest",  
        dependencies = "./environment.yml")
def matrix_multiply(a, b): 
    return np.matmul(a, b)

# use a requirements.txt file to import dependencies
@remote(instance_type="ml.m5.large", 
        image_uri = "my_base_python:latest",  
        dependencies = './requirements.txt')
def matrix_multiply(a, b): 
    return np.matmul(a, b)

Como alternativa, você pode configurar dependencies auto_capture para permitir que o SDK 
do SageMaker Python capture as dependências instaladas no ambiente conda ativo. O seguinte é 
necessário para o auto_capture funcionar de forma confiável:

• Você deve ter um ambiente ativo de conda. Recomendamos não usar o ambiente de conda base
para trabalhos remotos para que você possa reduzir possíveis conflitos de dependência. Não 
usar o ambiente de conda base também permite uma configuração mais rápida do ambiente no 
trabalho remoto.
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• Você não deve ter nenhuma dependência instalada usando pip com um valor para o parâmetro --
extra-index-url.

• Você não deve ter nenhum conflito de dependência entre pacotes instalados com conda e pacotes 
instalados com pip no ambiente de desenvolvimento local.

• O ambiente de desenvolvimento local não deve conter dependências específicas do sistema 
operacional que não sejam compatíveis com o Linux.

Caso o auto_capture não funcione, recomendamos que você o integra às dependências como 
um arquivo requirement.txt ou conda environment.yaml, conforme descrito no primeiro exemplo de 
codificação desta seção.

Compatibilidade de imagens de contêiner

A tabela a seguir mostra uma lista de imagens de SageMaker treinamento compatíveis com o 
decorador @remote.

Nome Versão do Python URI da imagem - CPU URI da imagem - CPU

Ciência de dados 3.7(py37) Somente para 
notebooks 
SageMaker Studio 
Classic. O Python 
SDK seleciona 
automaticamente 
o URI da imagem 
quando usado como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.

Somente para 
notebooks 
SageMaker Studio 
Classic. O Python 
SDK seleciona 
automaticamente 
o URI da imagem 
quando usado como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.

Ciência de dados 2.0 3.8(py38) Somente para 
notebooks 
SageMaker Studio 
Classic. O Python 
SDK seleciona 
automaticamente 
o URI da imagem 

Somente para 
notebooks 
SageMaker Studio 
Classic. O Python 
SDK seleciona 
automaticamente 
o URI da imagem 
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Nome Versão do Python URI da imagem - CPU URI da imagem - CPU

quando usado como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.

quando usado como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.

Ciência de dados 3.0 3.10(py310) Somente para 
notebooks 
SageMaker Studio 
Classic. O Python 
SDK seleciona 
automaticamente 
o URI da imagem 
quando usado como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.

Somente para 
notebooks 
SageMaker Studio 
Classic. O Python 
SDK seleciona 
automaticamente 
o URI da imagem 
quando usado como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.

Base Python 2.0 3.8(py38) O SDK Python 
seleciona essa 
imagem quando 
detecta que o 
ambiente de 
desenvolvimento está 
usando o tempo de 
execução do Python 
3.8. Caso contrário 
, o Python SDK 
selecionará automatic 
amente essa imagem 
quando usada como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.

Somente para 
notebooks 
SageMaker Studio 
Classic. O Python 
SDK seleciona 
automaticamente 
o URI da imagem 
quando usado como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.
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Nome Versão do Python URI da imagem - CPU URI da imagem - CPU

Base Python 3.0 3.10(py310) O SDK Python 
seleciona essa 
imagem quando 
detecta que o 
ambiente de 
desenvolvimento está 
usando o tempo de 
execução do Python 
3.8. Caso contrário 
, o Python SDK 
selecionará automatic 
amente essa imagem 
quando usada como 
imagem do kernel do 
SageMaker Studio 
Classic Notebook.

Somente para 
notebooks 
SageMaker Studio 
Classic. O Python 
SDK seleciona 
automaticamente 
o URI da imagem 
quando usado como 
imagem do kernel 
do Studio Classic 
Notebook.

DLC- TensorFlow 
2.12.0 para treinamen 
to SageMaker

3.10(py310) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.12.0-cpu-
py310-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.12.0-gpu-
py310-cu118-ubu 
ntu20.04-sagemaker

DLC-Tensorflow 
2.11.0 para treinamen 
to SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.11.0-cpu-
py39-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.11.0-gpu-
py39-cu112-ubun 
tu20.04-sagemaker
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Nome Versão do Python URI da imagem - CPU URI da imagem - CPU

DLC- TensorFlow 
2.10.1 para treinamen 
to SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.10.1-cpu-
py39-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.10.1-gpu-
py39-cu112-ubun 
tu20.04-sagemaker

DLC- TensorFlow 
2.9.2 para treinamen 
to SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.9.2-cpu-
py39-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.9.2-gpu-
py39-cu112-ubunt 
u20.04-sagemaker

DLC- TensorFlow 
2.8.3 para treinamen 
to SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.8.3-cpu-
py39-ubuntu20.04-
sagemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/tensorflow 
-training:2.8.3-gpu-
py39-cu112-ubunt 
u20.04-sagemaker

DLC- PyTorch 2.0.0 
para treinamento 
SageMaker

3.10(py310) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:2.0.0-cpu-p 
y310-ubuntu20.04-s 
agemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:2.0.0-gpu-p 
y310-cu118-ubuntu2 
0.04-sagemaker

DLC- PyTorch 1.13.1 
para treinamento 
SageMaker

3.9(py39) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.13.1-cpu- 
py39-ubuntu20.04-s 
agemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.13.1-gpu- 
py39-cu117-ubuntu2 
0.04-sagemaker
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Nome Versão do Python URI da imagem - CPU URI da imagem - CPU

DLC- PyTorch 1.12.1 
para treinamento 
SageMaker

3.8(py38) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.12.1-cpu- 
py38-ubuntu20.04-s 
agemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.12.1-gpu- 
py38-cu113-ubuntu2 
0.04-sagemaker

DLC- PyTorch 1.11.0 
para treinamento 
SageMaker

3.8(py38) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.11.0-cpu- 
py38-ubuntu20.04-s 
agemaker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/pytorch-tr 
aining:1.11.0-gpu- 
py38-cu113-ubuntu2 
0.04-sagemaker

DLC-MXNet 1.9.0 
para treinamento 
SageMaker

3.8(py38) 763104351884.dkr.e 
cr.<region>.amazon 
aws.com/mxnet-trai 
ning:1.9.0-cpu-py3 
8-ubuntu20.04-sage 
maker

763104351884.dkr.e 
cr.<region>.amazon 
aws.com/mxnet-trai 
ning:1.9.0-gpu-py38-
cu112-ubuntu20.04-
sagemaker

Note

Para executar trabalhos localmente usando imagens de Deep Learning Containers (DLC) 
AWS, use os URIs de imagem encontrados na documentação do DLC. As imagens do DLC 
não são compatíveis com o valor auto_capture das dependências.
Os trabalhos com SageMakerdistribuição no SageMaker Studio são executados em um 
contêiner com o nome sagemaker-user de um usuário não raiz. Esse usuário precisa de 
permissão total para acessar /opt/ml /tmp e. Conceda essa permissão adicionando sudo 
chmod -R 777 /opt/ml /tmp à pre_execution_commands lista, conforme mostrado 
no seguinte trecho:

@remote(pre_execution_commands=["sudo chmod -R 777 /opt/ml /tmp"])
def func(): 
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    pass

Você também pode executar funções remotas com imagens personalizadas. Para compatibilidade 
com funções remotas, as imagens personalizadas devem ser criadas com a versão do Python 
3.7.x-3.10.x. Veja a seguir um exemplo mínimo do Dockerfile que mostra como usar uma imagem do 
Docker com o Python 3.10.

FROM python:3.10

#... Rest of the Dockerfile

Para criar ambientes conda na imagem e usá-la para executar trabalhos, defina a variável de 
ambiente SAGEMAKER_JOB_CONDA_ENV como o nome do ambiente conda. Se sua imagem tiver o 
valor definido SAGEMAKER_JOB_CONDA_ENV, a função remota não poderá criar um novo ambiente 
conda durante o tempo de execução do trabalho de treinamento. Consulte o exemplo de Dockerfile a 
seguir que usa um ambiente conda com a versão do Python 3.10.

FROM continuumio/miniconda3:4.12.0   

ENV SHELL=/bin/bash \ 
    CONDA_DIR=/opt/conda \ 
    SAGEMAKER_JOB_CONDA_ENV=sagemaker-job-env

RUN conda create -n $SAGEMAKER_JOB_CONDA_ENV \ 
   && conda install -n $SAGEMAKER_JOB_CONDA_ENV python=3.10 -y \ 
   && conda clean --all -f -y \

SageMaker Para usar o mamba para gerenciar seu ambiente virtual Python na imagem do contêiner, 
instale o kit de ferramentas mamba do miniforge. Para usar o mamba, adicione o exemplo de código 
a seguir ao Dockerfile. Em seguida, SageMaker detectará a mamba disponibilidade em tempo de 
execução e a usará em vez deconda.

#Mamba Installation
RUN curl -L -O "https://github.com/conda-forge/miniforge/releases/latest/download/
Mambaforge-Linux-x86_64.sh" \ 
    && bash Mambaforge-Linux-x86_64.sh -b -p "/opt/conda"  \ 
    && /opt/conda/bin/conda init bash
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Usar um canal conda personalizado em um bucket do Amazon S3 não é compatível com o mamba 
ao usar uma função remota. Se você optar por usar o mamba, verifique se não está usando um canal 
conda personalizado no Amazon S3. Para obter mais informações, consulte a seção Pré-requisitos
em Repositório conda personalizado usando o Amazon S3.

Veja a seguir um exemplo completo do Dockerfile que mostra como criar uma imagem compatível do 
Docker.

FROM python:3.10

RUN apt-get update -y \ 
    # Needed for awscli to work 
    # See: https://github.com/aws/aws-cli/issues/1957#issuecomment-687455928 
    && apt-get install -y groff unzip curl \ 
    && pip install --upgrade \ 
        'boto3>1.0<2' \ 
        'awscli>1.0<2' \ 
        'ipykernel>6.0.0<7.0.0' \
#Use ipykernel with --sys-prefix flag, so that the absolute path to  
    #/usr/local/share/jupyter/kernels/python3/kernel.json python is used 
    # in kernelspec.json file 
    && python -m ipykernel install --sys-prefix

#Install Mamba
RUN curl -L -O "https://github.com/conda-forge/miniforge/releases/latest/download/
Mambaforge-Linux-x86_64.sh" \ 
    && bash Mambaforge-Linux-x86_64.sh -b -p "/opt/conda"  \ 
    && /opt/conda/bin/conda init bash

#cleanup
RUN apt-get clean \ 
    && rm -rf /var/lib/apt/lists/* \ 
    && rm -rf ${HOME}/.cache/pip \ 
    && rm Mambaforge-Linux-x86_64.sh

ENV SHELL=/bin/bash \ 
    PATH=$PATH:/opt/conda/bin

A imagem resultante da execução do exemplo anterior do Dockerfile também pode ser usada como 
uma imagem de kernel do SageMaker Studio Classic.

Compatibilidade de imagens de contêiner 3201

https://docs.aws.amazon.com/sagemaker/latest/dg/studio-byoi.html


Amazon SageMaker Guia do Desenvolvedor

Registrando parâmetros e métricas com Amazon SageMaker Experiments

Este guia mostra como registrar parâmetros e métricas com o Amazon SageMaker Experiments. Um 
SageMaker experimento consiste em execuções, e cada execução consiste em todas as entradas, 
parâmetros, configurações e resultados para uma única interação de treinamento de modelo.

Você pode registrar parâmetros e métricas em uma função remota usando o decorador @remote ou 
a API RemoteExecutor.

Para registrar parâmetros e métricas em uma função remota, escolha um dos seguintes métodos:

• Instancie um SageMaker experimento executado dentro de uma função remota usando a Run
biblioteca SageMaker Experiments. Para obter mais informações, consulte Create an Amazon 
SageMaker Experiment.

• Use a load_run função dentro de uma função remota da biblioteca SageMaker Experiments. Isso 
carregará uma instância Run declarada fora da função remota.

As seções a seguir mostram como criar e rastrear linhagens com SageMaker experimentos usando 
os métodos listados anteriormente. As seções também descrevem casos que não são suportados 
pelo SageMaker treinamento.

Use o decorador @remote para integrar com Experiments SageMaker

Você pode instanciar um experimento em SageMaker ou carregar um SageMaker experimento atual 
de dentro de uma função remota. As seções a seguir mostram como usar qualquer um dos métodos.

Crie um experimento com SageMaker Experimentos

Você pode criar um experimento executado em SageMaker experimento. Para fazer isso, você passa 
o nome do experimento, o nome da execução e outros parâmetros para a função remota.

O exemplo de código a seguir importa o nome do experimento e da execução e os parâmetros a 
serem registrados durante cada execução. Os parâmetros param_1 e param_2 são registrados ao 
longo do tempo dentro de um ciclo de treinamento. Os parâmetros comuns poderão incluir tamanho 
do lote ou épocas. Neste exemplo, as métricas metric_a e metric_b são registradas para uma 
corrida ao longo do tempo dentro de um ciclo de treinamento. Outras métricas comuns poderão 
incluir accuracy ou loss.

from sagemaker.remote_function import remote
from sagemaker.experiments.run import Run
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# Define your remote function
@remote
def train(value_1, value_2, exp_name, run_name): 
    ... 
    ... 
    #Creates the experiment 
    with Run( 
        experiment_name=exp_name, 
        run_name=run_name, 
    ) as run: 
        ... 
        #Define values for the parameters to log 
        run.log_parameter("param_1", value_1) 
        run.log_parameter("param_2", value_2)  
        ... 
        #Define metrics to log 
        run.log_metric("metric_a", 0.5) 
        run.log_metric("metric_b", 0.1)

# Invoke your remote function         
train(1.0, 2.0, "my-exp-name", "my-run-name")

Carregue SageMaker os experimentos atuais com um trabalho iniciado pelo decorador @remote

Use a load_run() função da biblioteca SageMaker Experiments para carregar o objeto de 
execução atual a partir do contexto de execução. Você também pode usar a função load_run() na 
função remota. Carregue o objeto de execução inicializado localmente pela instrução with no objeto 
de execução, conforme mostrado no exemplo de código a seguir.

from sagemaker.experiments.run import Run, load_run

# Define your remote function
@remote
def train(value_1, value_2): 
    ... 
    ... 
    with load_run() as run: 
        run.log_metric("metric_a", value_1) 
        run.log_metric("metric_b", value_2)
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# Invoke your remote function
with Run( 
    experiment_name="my-exp-name", 
    run_name="my-run-name",
) as run: 
    train(0.5, 1.0)

Carregar um experimento atual executado em um trabalho iniciado com a API
RemoteExecutor

Você também pode carregar um SageMaker experimento atual executado se seus trabalhos 
foram iniciados com a RemoteExecutor API. O exemplo de código a seguir mostra como usar 
a RemoteExecutor API com a load_run função SageMaker Experiments. Você faz isso para 
carregar uma execução de SageMaker experimento atual e capturar métricas no trabalho enviado 
porRemoteExecutor.

from sagemaker.experiments.run import Run, load_run

def square(x): 
    with load_run() as run: 
        result = x * x 
        run.log_metric("result", result) 
    return result

with RemoteExecutor( 
    max_parallel_job=2, 
    instance_type="ml.m5.large"
) as e: 
    with Run( 
        experiment_name="my-exp-name", 
        run_name="my-run-name", 
    ): 
        future_1 = e.submit(square, 2)

Usos não suportados para SageMaker experimentos ao anotar seu código com um 
decorador @remote

SageMaker não suporta a passagem de um objeto Run de tipo para uma função @remote 
ou o uso de Run objetos globais. Os exemplos a seguir mostram um código que emitirá um
SerializationError.
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O exemplo de código a seguir tenta passar um objeto de tipo Run para um decorador @remote e 
gera um erro.

@remote
def func(run: Run): 
    run.log_metrics("metric_a", 1.0) 
     
with Run(...) as run: 
    func(run) ---> SerializationError caused by NotImplementedError

O exemplo de código a seguir tenta usar um objeto run global instanciado fora da função remota. No 
exemplo de código, a função train() é definida dentro do contexto with Run, fazendo referência 
a um objeto global executado de dentro. Quando o train() é chamado, ele gera um erro.

with Run(...) as run: 
    @remote 
    def train(metric_1, value_1, metric_2, value_2): 
        run.log_parameter(metric_1, value_1) 
        run.log_parameter(metric_2, value_2) 
     
    train("p1", 1.0, "p2", 0.5) ---> SerializationError caused by NotImplementedError

Como usar o código modular com o decorador @remote

Organize o código em módulos para facilitar o gerenciamento do workspace durante o 
desenvolvimento e ainda use a função do @remote para invocar uma função. Você também pode 
replicar os módulos locais do ambiente de desenvolvimento para o ambiente de trabalho remoto. 
Para fazer isso, defina parâmetro include_local_workdir como True, conforme mostrado no 
exemplo de código a seguir.

@remote( 
  include_local_workdir=True,
)

Note

O decorador e o parâmetro do @remote devem aparecer no arquivo principal, em vez de em 
qualquer um dos arquivos dependentes.
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Quando include_local_workdir está definido comoTrue, SageMaker empacota todos os 
scripts do Python enquanto mantém a estrutura de diretórios no diretório atual do processo. Ele 
também disponibiliza as dependências no diretório de trabalho do trabalho.

Por exemplo, suponha que seu script Python que processa o conjunto de dados MNIST esteja 
dividido em um main.py script e um script dependente. pytorch_mnist.py main.pychama 
o script dependente. Além disso, o main.py script contém código para importar a dependência, 
conforme mostrado.

from mnist_impl.pytorch_mnist import ...

O main.py arquivo também deve conter o @remote decorador e definir o
include_local_workdir parâmetro como. True

Por padrão, o include_local_workdir parâmetro inclui todos os scripts Python no diretório. 
Você pode personalizar quais arquivos você deseja carregar para o trabalho usando esse parâmetro 
em conjunto com o custom_file_filter parâmetro. Você pode passar uma função que filtra 
as dependências do trabalho a serem carregadas no S3 ou um CustomFileFilter objeto que 
especifica os diretórios e arquivos locais a serem ignorados na função remota. Você pode usar
custom_file_filter somente se include_local_workdir estiver definido como True —caso 
contrário, o parâmetro será ignorado.

O exemplo a seguir usa CustomFileFilter para ignorar todos os arquivos e pastas do notebook 
ou arquivos nomeados data ao fazer o upload de arquivos para o S3.

@remote( 
   include_local_workdir=True, 
   custom_file_filter=CustomFileFilter( 
      ignore_pattern_names=[ # files or directories to ignore 
        "*.ipynb", # all notebook files 
        "data", # folter or file named data 
      ] 
   )
)

O exemplo a seguir demonstra como você pode empacotar um espaço de trabalho inteiro.

@remote( 
   include_local_workdir=True, 
   custom_file_filter=CustomFileFilter( 
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      ignore_pattern_names=[] # package whole workspace 
   )
)

O exemplo a seguir mostra como você pode usar uma função para filtrar arquivos.

import os

def my_filter(path: str, files: List[str]) -> List[str]: 
    to_ignore = [] 
   for file in files: 
       if file.endswith(".txt") or file.endswith(".ipynb"): 
           to_ignore.append(file) 
   return to_ignore

@remote( 
   include_local_workdir=True, 
   custom_file_filter=my_filter
)

Práticas recomendadas na estruturação do diretório de trabalho

As práticas recomendadas a seguir sugerem como você pode organizar sua estrutura de diretórios 
enquanto usa o @remote decorador em seu código modular.

• Coloque o decorador @remote em um arquivo que reside no diretório-raiz do workspace.

• Estruture os módulos locais no nível-raiz.

A imagem de exemplo a seguir mostra a estrutura de diretórios recomendada. Neste exemplo de 
estrutura, o script main.py está localizado no diretório de nível-raiz.

.
### config.yaml
### data/
### main.py <----------------- @remote used here  
### mnist_impl
# ### __pycache__/
# # ### pytorch_mnist.cpython-310.pyc
# ### pytorch_mnist.py <-------- dependency of main.py
### requirements.txt
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A imagem de exemplo a seguir mostra uma estrutura do diretório que resultará em um 
comportamento inconsistente quando usada para anotar o código com um decorador @remote.

Neste exemplo de estrutura, o script main.py que contém o decorador @remote não está localizado 
no diretório de nível-raiz. A estrutura a seguir NÃO é recomendada.

.
### config.yaml
### entrypoint
# ### data
# ### main.py <----------------- @remote used here
### mnist_impl
# ### __pycache__
# # ### pytorch_mnist.cpython-310.pyc
# ### pytorch_mnist.py <-------- dependency of main.py
### requirements.txt

Repositório privado para dependências de tempo de execução

Você pode usar comandos ou scripts de pré-execução para configurar um gerenciador de 
dependências como pip ou conda no ambiente de trabalho. Para isolar a rede, use uma dessas 
opções para redirecionar os gerenciadores de dependências para acessar os repositórios privados e 
executar funções remotas em uma VPC. Os comandos ou scripts de pré-execução serão executados 
antes da execução da função remota. Você pode defini-las com o decorador @remote, a API
RemoteExecutor ou dentro de um arquivo de configuração.

As seções a seguir mostram como acessar um repositório privado do Python Package Index (PyPI) 
gerenciado com o AWS CodeArtifact. As seções também mostram como acessar um canal conda 
personalizado hospedado no Amazon Simple Storage Service (Amazon S3).

Como usar um repositório PyPI personalizado gerenciado com AWS CodeArtifact

Para usar CodeArtifact para gerenciar um repositório PyPI personalizado, os seguintes pré-requisitos 
são necessários:

• O repositório PyPI privado já deve ter sido criado. Você pode utilizar o AWS CodeArtifact para 
criar e gerenciar seus repositórios de pacotes privados. Para saber mais sobre isso CodeArtifact, 
consulte o Guia CodeArtifact do usuário.

• Sua VPC deve ter acesso ao seu CodeArtifact repositório. Para permitir uma conexão da sua VPC 
ao seu CodeArtifact repositório, você deve fazer o seguinte:
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• Crie endpoints de VPC para. CodeArtifact

• Crie um endpoint de gateway Amazon S3 para sua VPC, o que permite CodeArtifact armazenar 
ativos de pacotes.

O exemplo de comando de pré-execução a seguir mostra como configurar o pip no trabalho 
de SageMaker treinamento para apontar para o seu CodeArtifact repositório. Para obter mais 
informações, consulte Configurar e usar pip com CodeArtifact.

# use a requirements.txt file to import dependencies
@remote( 
    instance_type="ml.m5.large" 
    image_uri = "my_base_python:latest",  
    dependencies = './requirements.txt', 
    pre_execution_commands=[ 
        "aws codeartifact login --tool pip --domain my-org --domain-owner 
 <000000000000> --repository my-codeartifact-python-repo --endpoint-url https://vpce-
xxxxx.api.codeartifact.us-east-1.vpce.amazonaws.com" 
    ]
)
def matrix_multiply(a, b): 
    return np.matmul(a, b)

Como usar um canal conda personalizado hospedado no Amazon S3

Para usar o Amazon S3 para gerenciar um repositório conda personalizado, os seguintes pré-
requisitos são necessários:

• O canal conda privado já deve estar configurado no bucket do Amazon S3, e todos os pacotes 
dependentes devem ser indexados e carregados no bucket do Amazon S3. Para obter instruções 
sobre como indexar os pacotes conda, consulte Criação de canais personalizados.

• Sua VPC deve ter acesso ao bucket do Amazon S3. Para obter mais informações, consulte
Endpoints para Amazon S3.

• O ambiente conda básico na imagem de trabalho deve ter o boto3 instalado. Para verificar o 
ambiente, digite o seguinte na mensagem do Anaconda para verificar se boto3 aparece na lista 
gerada resultante.

conda list -n base
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• A imagem de trabalho deve ser instalada com o conda, não com o mamba. Para verificar o 
ambiente, certifique-se de que a mensagem de código anterior não retorne mamba.

O exemplo de comandos de pré-execução a seguir mostra como configurar o conda no trabalho de 
SageMaker treinamento para apontar para seu canal privado no Amazon S3. Os comandos de pré-
execução removem o canal padrão e adicionam canais personalizados a um arquivo de configuração 
do conda. .condarc

# specify your dependencies inside a conda yaml file
@remote( 
    instance_type="ml.m5.large" 
    image_uri = "my_base_python:latest",  
    dependencies = "./environment.yml", 
    pre_execution_commands=[ 
        "conda config --remove channels 'defaults'" 
        "conda config --add channels 's3://my_bucket/my-conda-repository/conda-
forge/'", 
        "conda config --add channels 's3://my_bucket/my-conda-repository/main/'" 
    ]
)
def matrix_multiply(a, b): 
    return np.matmul(a, b)

Cadernos de exemplo

Você pode transformar um código de treinamento em um ambiente de espaço de trabalho existente 
e qualquer código de processamento de dados e conjuntos de dados associados em um trabalho 
de SageMaker treinamento. Os cadernos a seguir mostram como personalizar o ambiente, 
configurações de trabalho e muito mais para resolver um problema de classificação de imagens, 
usando o algoritmo XGBoost e Hugging Face.

O caderno quick_start contém os seguintes exemplos de código:

• Como personalizar as configurações de trabalho com um arquivo de configuração.

• Como invocar funções do Python como trabalhos, de forma assíncrona.

• Como personalizar o ambiente de execução do trabalho trazendo dependências adicionais.

• Como usar dependências locais com o método da função do @remote.
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Os cadernos a seguir fornecem exemplos de código adicionais para tipos de problemas e 
implementações diferentes de ML.

• Para ver exemplos de código para usar o decorador @remote para um problema de classificação 
de imagens, abra o caderno pytorch_mnist.ipynb. Esse problema de classificação reconhece 
dígitos manuscritos usando o conjunto de dados de amostra do Instituto Nacional de Padrões e 
Tecnologia (MNIST) modificado.

• Para ver exemplos de código para usar o decorador @remote para o problema anterior de 
classificação de imagens com um script, consulte o script de amostra do Pytorch MNIST, train.py.

• Para ver como o algoritmo XGBoost foi implementado com um decorador @remote, abra o 
caderno xgboost_abalone.ipynb.

• Para ver como o Hugging Face é integrado a um decorador @remote, abra o caderno
huggingface.ipynb.

Gerencie o Machine Learning com a Amazon SageMaker 
Experiments

O Amazon SageMaker Experiments é um recurso da Amazon SageMaker que permite criar, 
gerenciar, analisar e comparar seus experimentos de aprendizado de máquina.

Experimentação em machine learning

Machine learning é um processo iterativo. Você precisa experimentar com várias combinações de 
dados, algoritmos e parâmetros, enquanto observa o impacto de mudanças incrementais na precisão 
do modelo. Com o tempo, essa experimentação iterativa pode resultar em milhares de execuções 
de treinamento de modelos e versões do modelo. Isso torna difícil rastrear os modelos com melhor 
desempenho e suas configurações de entrada. Também é difícil comparar os experimentos ativos 
com experimentos anteriores para identificar oportunidades de outras melhorias incrementais. Use 
SageMaker experimentos para organizar, visualizar, analisar e comparar a experimentação iterativa 
de ML para obter insights comparativos e monitorar seus modelos de melhor desempenho.

Gerencie a experimentação de ML com SageMaker experimentos

SageMaker Os experimentos rastreiam automaticamente as entradas, os parâmetros, as 
configurações e os resultados de suas iterações à medida que são executadas. Você pode atribuir, 
agrupar e organizar esses ensaios em experimentos. SageMakerO Experiments é integrado 
ao Amazon SageMaker Studio Classic, fornecendo uma interface visual para pesquisar seus 
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experimentos ativos e anteriores, comparar execuções nas principais métricas de desempenho e 
identificar os modelos com melhor desempenho. SageMaker Os experimentos rastreiam todas as 
etapas e artefatos envolvidos na criação de um modelo, e você pode revisitar rapidamente as origens 
de um modelo ao solucionar problemas na produção ou auditar seus modelos para verificações de 
conformidade.

Use SageMaker Experimentos para visualizar, gerenciar, analisar e comparar tanto os experimentos 
personalizados que você cria programaticamente quanto os experimentos criados automaticamente 
a partir de SageMaker trabalhos.

Com suporte Regiões da AWS

SageMaker Geralmente, o Experiments está disponível em todas as regiões AWS comerciais em que 
o Amazon SageMaker Studio Classic está disponível, exceto nas regiões da China.

Tópicos

• Crie um SageMaker experimento na Amazon

• Visualizar, pesquisar e comparar execuções de experimentos

• SageMaker integrações

• Exemplos de notebooks para Amazon Experiments SageMaker

• Monitorar as métricas de treinamento de experimentos com AWS CloudTrail

• Limpe os recursos do Amazon SageMaker Experiment

• SDK adicional suportado

• Perguntas frequentes sobre o Experiments

• Pesquise usando o Amazon SageMaker Console e a API

Crie um SageMaker experimento na Amazon

Crie um SageMaker experimento da Amazon para monitorar seus fluxos de trabalho de aprendizado 
de máquina (ML) com algumas linhas de código do seu ambiente de desenvolvimento preferido. 
Em seguida, você pode pesquisar seus experimentos, criar visualizações para análise e encontrar o 
modelo com melhor desempenho. Você também pode integrar SageMaker Experiments ao seu script 
de SageMaker treinamento usando o SDK do SageMaker Python.

Visão geral

Os componentes a seguir formam os alicerces de um experimento na Amazon SageMaker.
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• experiment: um experimento é uma coleção de execuções. Ao inicializar uma corrida em seu 
ciclo de treinamento, você inclui o nome do experimento ao qual a corrida pertence. Os nomes de 
experimentos devem ser exclusivos dentro da sua conta AWS.

• Run: uma execução consiste em todas as entradas, parâmetros, configurações e resultados de 
uma interação do treinamento de modelos. Inicialize um experimento para rastrear um trabalho de 
treinamento com Run.init().

Note

Recomendamos que você inicialize um Run objeto em um Jupyter Notebook e crie o 
SageMaker trabalho para seu experimento dentro do contexto dessa Run inicialização 
do objeto. Para se referir a esse Run objeto no modo de script, use a load_run()
operação. Para ver exemplos, consulte Exemplos de notebooks para Amazon Experiments 
SageMaker .

Note

O SDK do SageMaker Python transforma automaticamente os nomes dos experimentos e 
os nomes das execuções em minúsculas.

• load_run: para executar seus experimentos no modo script, consulte um Run objeto inicializado 
com load_run(). Se existir um experimento para uma execução, load_run retornará o contexto 
do experimento. Geralmente, você usa load_run sem argumentos para rastrear métricas, 
parâmetros e artefatos em um script de trabalho de SageMaker treinamento ou processamento.

# Load run from a local script passing experiment and run names
with load_run(experiment_name=experiment_name, run_name=run_name) as run: 
   run.log_parameter("param1", "value1")

# Load run within a training or processing Job (automated context sharing)
with load_run() as run: 
    run.log_parameter("param1", "value1") 

• log_parameter: registre os parâmetros de uma execução, como tamanho do lote ou épocas, ao 
longo do tempo em um loop de treinamento com run.log_parameter(). O log_parameter
registra um único par nome-valor em uma execução. Você pode usar run.log_parameters()
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para registrar vários parâmetros. Se chamado várias vezes em uma execução para um parâmetro 
com o mesmo nome, log_parameter substitui qualquer valor anterior. O nome deve ser uma 
string e o valor deve ser uma string, um inteiro ou um número flutuante.

# Log a single parameter
run.log_parameter("param1", "value1")

# Log multiple parameters
run.log_parameters({ 
     "param2": "value2", 
     "param3": "value3"
})

• log_metric: registre métricas de uma corrida, como precisão ou perda, ao longo do tempo em 
um ciclo de treinamento comrun.log_metric(). O log_metricregistra um par nome-valor em 
que o nome é uma string e o valor é um número inteiro ou flutuante. Para declarar a frequência 
do registro ao longo da execução, defina um step valor. Em seguida, você pode visualizar essas 
métricas na interface do usuário do Studio Classic Experiments. Para ter mais informações, 
consulte Visualizar, pesquisar e comparar execuções de experimentos.

# Log a metric over the course of a run
run.log_metric(name="Final_loss", value=finalloss)

# Log a metric over the course of a run at each epoch
run.log_metric(name="test:loss", value=loss, step=epoch)

• log_artifact: registre quaisquer artefatos de entrada ou saída relacionados a uma execução 
com run.log_artifact(). Registre artefatos como URIs do S3, conjuntos de dados, modelos 
e muito mais para seu experimento para ajudá-lo a acompanhar os artefatos em várias execuções. 
O is_output é True por padrão. Para gravar o artefato como um artefato de entrada em vez de 
um artefato de saída, is_output defina como False.

# Track a string value as an input or output artifact
run.log_artifact(name="training_data", value="data.csv" is_output=False)

• log_file: registre todos os arquivos de entrada ou saída relacionados a uma execução, 
como dados de treinamento ou teste, e armazene-os no Amazon S3 com run.log_file(). O
is_output é True por padrão. Para gravar o arquivo como um artefato de entrada em vez de um 
artefato de saída, is_output defina como False.
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# Upload a local file to S3 and track it as an input or output artifact
run.log_file("training_data.csv", name="training_data", is_output=False)

Para obter mais informações sobre como inicializar um Run objeto, consulte Experimentos na 
documentação do SDK do SageMaker Python. Para obter informações sobre a visualização 
de dados de experimentos registrados e o registro automático, consulte Visualizar, pesquisar e 
comparar execuções de experimentos.

Crie um experimento com o SDK do SageMaker Python

A seção a seguir demonstra como criar um Amazon SageMaker Experiment usando o SageMaker 
Python SDK. Este exemplo usa a Run classe para rastrear um modelo Keras em um ambiente de 
caderno. A Callback classe Keras fornece uma operação on_epoch_end que emite métricas no 
final de cada época. Primeiro, defina uma classe Callback.

class ExperimentCallback(keras.callbacks.Callback): 
    """ """ 

    def __init__(self, run, model, x_test, y_test): 
        """Save params in constructor""" 
        self.run = run 
        self.model = model 
        self.x_test = x_test 
        self.y_test = y_test 

    def on_epoch_end(self, epoch, logs=None): 
        """ """ 
        keys = list(logs.keys()) 
        for key in keys: 
            run.log_metric(name=key, value=logs[key], step=epoch) 
            print("Epoch: {}\n{} -> {}".format(epoch, key, logs[key]))

Em seguida, treine o modelo Keras em um ambiente de caderno e acompanhe-o como um 
experimento.
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Note

Este exemplo executa trabalhos sequencialmente. Para executar SageMaker trabalhos de 
forma assíncrona, talvez seja necessário aumentar seu limite de recursos.

from sagemaker.experiments import Run

# The run name is an optional argument to `run.init()`
with Run(experiment_name = 'my-experiment') as run: 
     
    # Define values for the parameters to log 
    run.log_parameter("batch_size", batch_size) 
    run.log_parameter("epochs", epochs) 
    run.log_parameter("dropout", 0.5) 
     
    # Define input artifacts 
    run.log_file('datasets/input_train.npy', is_output = False) 
    run.log_file('datasets/input_test.npy', is_output = False) 
    run.log_file('datasets/input_train_labels.npy', is_output = False) 
    run.log_file('datasets/input_test_labels.npy', is_output = False) 

    # Train locally 
    model.fit( 
        x_train,  
        y_train,  
        batch_size=batch_size,  
        epochs=epochs,  
        validation_split=0.1,  
        callbacks = [ExperimentCallback(run, model, x_test, y_test)] 
    ) 
     
    score = model.evaluate(x_test, y_test, verbose=0) 
    print("Test loss:", score[0]) 
    print("Test accuracy:", score[1]) 
     
    # Define metrics to log 
    run.log_metric(name = "Final Test Loss", value = score[0]) 
    run.log_metric(name = "Final Test Accuracy", value = score[1])

Para obter mais exemplos de código e notebooks de exemplo, consulteExemplos de notebooks para 
Amazon Experiments SageMaker .
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Crie um experimento usando o modo de SageMaker script

Você pode usar o modo SageMaker script para escrever seu próprio código para treinar um modelo e 
rastreá-lo como um experimento. Ao criar um experimento com o modo script, use load_run().

# Make sure that you have the latest version of the SageMaker Python SDK
import os
os.system("pip install -U sagemaker")

# Import additional requirements
import boto3
from sagemaker.session import Session
from sagemaker.experiments.run import load_run

# Define training script
if __name__ == "__main__": 
    session = Session(boto3.session.Session(region_name=args.region)) 
    with load_run(sagemaker_session=session) as run: 
        # Define values for the parameters to log 
        run.log_parameters({ 
             "batch_size": batch_size, 
             "epochs": epochs, 
             "dropout": 0.5
        }) 
        # Define input artifacts 
        run.log_file('datasets/input_train.npy', is_output = False) 
        run.log_file('datasets/input_test.npy', is_output = False) 
        run.log_file('datasets/input_train_labels.npy', is_output = False) 
        run.log_file('datasets/input_test_labels.npy', is_output = False) 
         
        # Train the model 
        model.fit( 
            x_train,  
            y_train,  
            batch_size=batch_size,  
            epochs=epochs,  
            validation_split=0.1,  
            callbacks = [ExperimentCallback(run, model, x_test, y_test)] 
        ) 
         
        score = model.evaluate(x_test, y_test, verbose=0) 
        print("Test loss:", score[0]) 
        print("Test accuracy:", score[1]) 
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        # Define metrics to log 
        run.log_metric(name = "Final Test Loss", value = score[0]) 
        run.log_metric(name = "Final Test Accuracy", value = score[1])

Para obter mais exemplos de código e exemplos de cadernos sobre o uso do Amazon SageMaker 
Experiments no modo SageMaker script, consulteMonitore experimentos para trabalhos SageMaker 
de treinamento usando o modo script.

Para obter mais informações sobre o modo de script, consulte Usar o modo de script em uma 
framework compatível. Você também pode definir métricas personalizadas no modo de script, 
especificando um nome e uma expressão regular para cada métrica que um trabalho de ajuste 
monitora. Consulte Usar um algoritmo personalizado para treinamento para obter mais informações.

Visualizar seu experimento no Studio

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

Para ver seus experimentos, você deve fazer isso por meio do Studio Classic, que pode ser 
acessado por meio da experiência atualizada do Studio.

No Studio, escolha Experimentos no painel de navegação esquerdo. Em seguida, escolha View 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, consulteAmazon 
SageMaker Studio Clássico. Para obter mais informações sobre como começar a usar a experiência 
atualizada do Studio, consulte SageMaker Estúdio Amazon.
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Veja seu experimento no Studio Classic

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Para ver o experimento no Studio Classic, na barra lateral esquerda, escolha Experimentos.

Selecione o nome do experimento para visualizar todas as execuções associadas. Pode levar 
um momento para que a lista seja atualizada e exiba um novo experimento ou execução de 
experimento. Você pode clicar em Atualizar para atualizar a página. Sua lista de experimentos deve 
ser semelhante à seguinte:
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Para visualizar as execuções que compõem seu experimento, selecione o nome do experimento. 
Para ter mais informações, consulte Visualizar, pesquisar e comparar execuções de experimentos.

Visualizar execuções não atribuídas

Todos os SageMaker trabalhos, incluindo trabalhos de treinamento, trabalhos de processamento e 
trabalhos de transformação, correspondem às execuções e criam Run objetos por padrão. Se você 
iniciar esses trabalhos sem associá-los explicitamente a um experimento, as execuções resultantes 
não serão atribuídas e poderão ser visualizadas na seção Execuções não atribuídas da interface do 
usuário do Studio Classic Experiments.
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Para limpar os recursos que você criou, consulte Limpe os recursos do Amazon SageMaker 
Experiment.

Visualizar, pesquisar e comparar execuções de experimentos

Um SageMaker experimento da Amazon consiste em vários grupos de execução com um objetivo 
relacionado. Um grupo de execuções consiste em uma ou mais execuções, como uma tarefa de pré-
processamento de dados e uma tarefa de treinamento.

Para ver seus experimentos, você deve fazer isso por meio do Studio Classic. Para obter uma visão 
geral da interface de usuário do Studio Classic, consulteVisão geral da interface do usuário do 
Amazon SageMaker Studio Classic. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
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aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Veja experimentos e ensaios

O Amazon SageMaker Studio Classic fornece um navegador de experimentos que você pode usar 
para visualizar listas de experimentos e execuções. Você pode escolher uma dessas entidades para 
visualizar informações detalhadas sobre a entidade ou escolher várias entidades para comparação. 
Você pode filtrar a lista de experimentos por nome, tipo e tags da entidade.

Veja experimentos e execuções

1. Para ver o experimento no Studio Classic, na barra lateral esquerda, escolha Experimentos.

Selecione o nome do experimento para visualizar todas as execuções associadas. Você 
pode pesquisar experimentos digitando diretamente na barra de Pesquisa ou filtrando por tipo 
de experimento. Você também pode escolher quais colunas serão exibidas na sua lista de 
experimentos ou execuções.

Pode levar um momento para que a lista seja atualizada e exiba um novo experimento ou 
execução de experimento. Você pode clicar em Atualizar para atualizar a página. Sua lista de 
experimentos deve ser semelhante à seguinte:
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2. Na lista de experimentos, clique duas vezes em um experimento para exibir uma lista das 
execuções no experimento.

Note

As execuções de experimentos criadas automaticamente por SageMaker 
trabalhos e contêineres são visíveis na interface do usuário do Experiments 
Studio Classic por padrão. Para ocultar execuções criadas por SageMaker 
trabalhos para um determinado experimento, escolha o ícone de configurações 
( ) 
e ative Mostrar trabalhos.
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3. Clique duas vezes em uma execução para exibir informações sobre uma execução específica.

No painel Visão geral, escolha qualquer um dos títulos a seguir para ver as informações 
disponíveis sobre cada execução:

• Métricas - Métricas que são registradas por uma execução.

• Gráficos — Crie seus próprios gráficos para comparar corridas.

• Artefatos de saída — Quaisquer artefatos resultantes da execução do experimento e da 
localização dos artefatos no Amazon S3.

• Relatórios de viés — relatórios de preconceito antes ou depois do treinamento gerados 
usando o Clarify.

• Explicabilidade — Relatórios de explicabilidade gerados usando o Clarify.

• Depuração - Uma lista de regras do depurador e quaisquer problemas encontrados.

Comparar e analisar execuções

Para analisar a execução do experimento, selecione o experimento de sua preferência na interface 
do usuário do Amazon SageMaker Studio Classic Experiments e, em seguida, selecione os ensaios 
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que você deseja comparar. Você deve selecionar entre 1 e 20 execuções. Depois de selecionar suas 
corridas, escolha Analisar no canto superior direito.

Para comparar as execuções do experimento:

1. Depois de navegar até o experimento de sua escolha, selecione todas as execuções que você 
deseja comparar. Você deve escolher mais de 1 e menos de 20 ensaios para analisar.

2. Escolha Analisar no canto superior direito.

3. Visualize as métricas comparativas de vários experimentos em um histograma, gráfico de linhas, 
gráfico de dispersão ou gráfico de barras. Para adicionar um gráfico, escolha Adicionar gráfico, 
selecione valores para os eixos do gráfico e escolha Criar.

Você pode atualizar, baixar ou excluir gráficos existentes.
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Gráficos de logs

Gráficos de logs e visualizações estão disponíveis para modelos de classificação. Você pode 
registrar uma matriz de confusão, características operacionais do receptor ou gráficos de precisão e 
recuperação.

Registre e visualize métricas com os seguintes métodos do SDK Python:

• log_confusion_matrix: registra um artefato de matriz de confusão que você pode visualizar na 
seção Gráficos da Visão geral da execução no Studio Classic.

• log_roc_curve: registra um artefato característico de operação do receptor que você pode ver 
na seção Gráficos da Visão geral da execução no Studio Classic.

• log_precision_recall: registra um gráfico de recuperação de precisão que você pode 
visualizar na seção Gráficos da Visão geral da execução no Studio Classic.

Um log de recuperação de precisão registrado automaticamente cria um gráfico semelhante ao 
seguinte:
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SageMaker integrações

O Amazon SageMaker Experiments é integrado a vários SageMaker recursos. Certos SageMaker 
trabalhos criam experimentos automaticamente. Você pode visualizar e gerenciar os relatórios 
de viés do SageMaker Clarify ou os tensores de saída do SageMaker Debugger para execuções 
específicas de experimentos diretamente na interface do Studio Classic Experiments.

• Criação automática de experimentos

• Relatórios de predisposição e explicabilidade

• Depuração

Criação automática de experimentos

A Amazon cria experimentos SageMaker automaticamente ao executar trabalhos de piloto 
automático, trabalhos de otimização de hiperparâmetros (HPO) ou execuções de pipeline. Você pode 
ver esses experimentos na interface de usuário do Studio Classic Experiments.
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Autopilot

O Amazon SageMaker Experiments é integrado ao Amazon SageMaker Autopilot. Quando você 
executa um trabalho de piloto automático, o SageMaker Experiments cria um experimento para 
esse trabalho, bem como executa para cada uma das diferentes combinações dos componentes, 
parâmetros e artefatos de execução disponíveis. Você pode encontrar essas execuções na interface 
de usuário do SageMaker Experiments filtrando pelo tipo de execução Piloto automático. Para obter 
mais informações, consulte Automatize o desenvolvimento de modelos com o Amazon SageMaker 
Autopilot.

HPO

O Amazon SageMaker Experiments é integrado aos trabalhos de HPO. Um trabalho de HPO cria 
automaticamente SageMaker experimentos, execuções e componentes da Amazon para cada 
trabalho de treinamento concluído. Você pode encontrar essas execuções na interface do usuário do 
SageMaker Experiments filtrando pelo tipo de execução HPO. Para obter mais informações, consulte
Ajustar vários algoritmos com otimização de hiperparâmetros para encontrar o melhor modelo.

Pipelines

O Amazon SageMaker Model Building Pipelines está estreitamente integrado ao Amazon SageMaker 
Experiments. Por padrão, quando o SageMaker Pipelines cria e executa um pipeline, experimentos, 
execuções e componentes são criados, caso ainda não existam. Você pode encontrar essas 
execuções na interface de usuário do SageMaker Experiments filtrando pelo tipo de execução
Pipelines. Para obter mais informações, consulte Integração SageMaker com Amazon Experiments.

Relatórios de predisposição e explicabilidade

Gerencie os relatórios de viés e explicabilidade do SageMaker Clarify para execuções de 
experimentos diretamente por meio do Studio Classic. Para ver os relatórios, encontre e selecione o 
nome do experimento de sua escolha no Studio Classic. Escolha Relatórios de predisposição para 
ver todos os relatórios de viés do Clarify associados à execução do experimento.
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Escolha Explicações para ver todos os relatórios de explicabilidade do Clarify associados à execução 
do experimento.
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Você pode gerar relatórios de viés antes ou depois do treinamento que analisam o viés em conjuntos 
de dados ou previsões de modelos usando rótulos e métricas de viés com o Clarify. SageMaker Você 
também pode usar o SageMaker Clarify para gerar relatórios de explicabilidade que documentam o 
comportamento do modelo para amostras de dados globais ou locais. Para obter mais informações, 
consulte Amazon SageMaker Clarify Bias Detection and Model Explicability.

Depuração

Você pode depurar o progresso do treinamento do modelo com o Amazon SageMaker Debugger e 
visualizar os tensores de saída de depuração na interface do usuário do Studio Classic Experiments. 
Escolha o nome da execução associada ao relatório do Depurador e escolha Depurador.
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Em seguida, escolha o nome do trabalho de treinamento para visualizar o painel associado do 
Amazon SageMaker Debugger.
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Para obter mais informações, consulte Debug Training Jobs usando o Amazon SageMaker 
Debugger.

Exemplos de notebooks para Amazon Experiments SageMaker

Os tutoriais a seguir demonstram como monitorar as execuções de vários experimentos do 
treinamento de modelos. Você pode ver os experimentos resultantes no Studio Classic depois de 
executar os notebooks. Para limpar os recursos que você criou por um caderno, consulte Limpe os 
recursos do Amazon SageMaker Experiment. Para ver um tutorial que mostra recursos adicionais do 
Studio, consulte Tour clássico do Amazon SageMaker Studio.

Monitore experimentos em um ambiente de caderno

Para saber mais sobre o rastreamento de experimentos em um ambiente de caderno, consulte os 
seguintes exemplos de cadernos:

• Acompanhe um experimento enquanto treina um modelo Keras localmente

• Acompanhe um experimento enquanto treina um modelo Pytorch localmente ou em seu caderno
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Monitore o viés e a explicabilidade de seus experimentos com o Clarify SageMaker

Para obter um step-by-step guia sobre o viés de rastreamento e a explicabilidade de seus 
experimentos, consulte o seguinte exemplo de caderno:

• Justiça e explicabilidade com o Clarify SageMaker

Monitore experimentos para trabalhos SageMaker de treinamento usando o modo 
script

Para obter mais informações sobre o rastreamento de experimentos para trabalhos SageMaker de 
treinamento, consulte os seguintes exemplos de cadernos:

• Execute um SageMaker experimento com Pytorch Distributed Data Parallel - Classificação de 
dígitos manuscritos MNIST

• Acompanhe um experimento enquanto treina um modelo Pytorch com um SageMaker Training Job

• Treine um TensorFlow modelo com um trabalho SageMaker de treinamento e acompanhe-o 
usando SageMaker Experimentos

Monitorar as métricas de treinamento de experimentos com AWS 
CloudTrail

As métricas de treinamento do Amazon SageMaker Experiments são integradas com AWS 
CloudTrail um serviço que fornece um registro das ações realizadas por um usuário, função ou 
AWS serviço. CloudTrail captura todas as chamadas de API BatchPutMetrics como eventos. 
SageMaker chama automaticamente BatchPutMetrics quando você cria um experimento 
executado usando o SageMaker SDK para Python. AWS CloudTrailcaptura dados relacionados às 
chamadas para o tipo AWS::SageMaker::ExperimentTrialComponent de recurso.

Note

Na interface do usuário do Studio Classic Experiments, os testes são chamados de grupos 
de execução e os componentes do teste são chamados de execuções.

Ao criar uma execução experimental, você também pode configurar a entrega contínua de 
CloudTrail eventos para um bucket do Amazon S3. Use CloudTrail para monitorar todas as 
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métricas de treinamento ingeridas para a execução de um experimento, incluindo informações 
como o nome da métrica, a etapa de treinamento da métrica registrada, o registro de data 
e hora e o valor da métrica. CloudTrail os eventos também incluem o ARN da execução 
do experimento, o ID da conta que criou a execução e o tipo de recurso, que deveria ser.
AWS::SageMaker::ExperimentTrialComponent

Para monitorar chamadas de BatchPutMetrics API como CloudTrail eventos, você deve 
primeiro configurar o registro da atividade da API do plano de dados em CloudTrail. Para obter mais 
informações, consulte Log de eventos de dados para trilhas. Para ter um controle granular sobre 
quais chamadas de API você deseja registrar e pagar seletivamente, você pode filtrar CloudTrail 
eventos por tipo de recurso. Especifique AWS::SageMaker::ExperimentTrialComponent como 
um tipo de recurso para monitorar as chamadas para a API BatchPutMetrics. Para obter mais 
informações, consulte DataResourcea referência AWS CloudTrail da API. Para saber mais sobre isso 
CloudTrail, consulte o Guia AWS CloudTrail do usuário.

Para obter uma explicação detalhada de como a Amazon SageMaker trabalha comAWS CloudTrail, 
consulteRegistre chamadas de SageMaker API da Amazon com AWS CloudTrail.

Veja a seguir um exemplo de CloudTrail evento para uma métrica de treinamento em um 
experimento executado:

{ 
  ... 
  "eventTime": "2022-12-14T21:53:41Z", 
  "eventSource": "metrics-sagemaker.amazonaws.com", 
  "eventName": "BatchPutMetrics", 
  "awsRegion": "us-east-1", 
  "sourceIPAddress": "192.0.2.0", 
  "userAgent": "aws-cli/2.7.25 Python/3.9.11 Linux/5.4.214-134.408.amzn2int.x86_64 exe/
x86_64.amzn.2 prompt/off command/sm-metrics.batch-put-metrics", 
  "requestParameters": { 
    "trialComponentName": "trial-component-name", 
    "metricData": [ 
      { 
        "metricName": "foo", 
        "timestamp": 1670366870000, 
        "step": 101, 
        "value": 0.9
      } 
    ] 
  }, 
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  ... 
  "resources": [ 
    { 
      "accountId": "abcdef01234567890", 
      "type": "AWS::SageMaker::ExperimentTrialComponent", 
      "ARN": "arn:aws:sagemaker:us-east-1:1234567890abcdef0:experiment-trial-component/
trial-component-name"
    } 
  ], 
  ...
}

Limpe os recursos do Amazon SageMaker Experiment

Para evitar cobranças desnecessárias, exclua os recursos do Amazon SageMaker Experiment que 
você não precisa mais. Você não pode excluir recursos do experimento por meio do SageMaker 
Management Console ou da interface do usuário do Amazon SageMaker Studio Classic. Este 
tópico mostra como limpar esses recursos usando o SDK do SageMaker Python, o Boto3 e o SDK 
Experiments.

Tópicos

• Limpe usando o SDK do SageMaker Python (recomendado)

• Limpe usando o SDK Python (Boto3)

• Limpar usando o SDK do Experiments

Limpe usando o SDK do SageMaker Python (recomendado)

Para limpar usando o SDK do SageMaker Python

from sagemaker.experiments.experiment import Experiment

exp = Experiment.load(experiment_name=experiment_name, sagemaker_session=sm_session)
exp._delete_all(action="--force")

Limpe usando o SDK Python (Boto3)

Para limpar usando o Boto 3

import boto3
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sm = boto3.Session().client('sagemaker')

Defina cleanup_boto3

def cleanup_boto3(experiment_name): 
    trials = sm.list_trials(ExperimentName=experiment_name)['TrialSummaries'] 
    print('TrialNames:') 
    for trial in trials: 
        trial_name = trial['TrialName'] 
        print(f"\n{trial_name}") 

        components_in_trial = sm.list_trial_components(TrialName=trial_name) 
        print('\tTrialComponentNames:') 
        for component in components_in_trial['TrialComponentSummaries']: 
            component_name = component['TrialComponentName'] 
            print(f"\t{component_name}") 
            sm.disassociate_trial_component(TrialComponentName=component_name, 
 TrialName=trial_name) 
            try: 
                # comment out to keep trial components 
                sm.delete_trial_component(TrialComponentName=component_name) 
            except: 
                # component is associated with another trial 
                continue 
            # to prevent throttling 
            time.sleep(.5) 
        sm.delete_trial(TrialName=trial_name) 
    sm.delete_experiment(ExperimentName=experiment_name) 
    print(f"\nExperiment {experiment_name} deleted")

Chame cleanup_boto3

# Use experiment name not display name
experiment_name = "experiment-name"
cleanup_boto3(experiment_name)

Limpar usando o SDK do Experiments

Para limpar usando o SDK do Experiments

import sys

Limpe os recursos do Experiment 3236



Amazon SageMaker Guia do Desenvolvedor

!{sys.executable} -m pip install sagemaker-experiments

import time

from smexperiments.experiment import Experiment
from smexperiments.trial import Trial
from smexperiments.trial_component import TrialComponent

Defina cleanup_sme_sdk

def cleanup_sme_sdk(experiment): 
    for trial_summary in experiment.list_trials(): 
        trial = Trial.load(trial_name=trial_summary.trial_name) 
        for trial_component_summary in trial.list_trial_components(): 
            tc = TrialComponent.load( 
                trial_component_name=trial_component_summary.trial_component_name) 
            trial.remove_trial_component(tc) 
            try: 
                # comment out to keep trial components 
                tc.delete() 
            except: 
                # tc is associated with another trial 
                continue 
            # to prevent throttling 
            time.sleep(.5) 
        trial.delete() 
        experiment_name = experiment.experiment_name 
    experiment.delete() 
    print(f"\nExperiment {experiment_name} deleted")

Chame cleanup_sme_sdk

experiment_to_cleanup = Experiment.load( 
    # Use experiment name not display name 
    experiment_name="experiment-name")

cleanup_sme_sdk(experiment_to_cleanup)
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SDK adicional suportado

Important

A partir da versão 2.123.0, o SageMaker Experiments agora está totalmente integrado 
ao SDK do SageMaker Python e você não precisa mais usar o SDK do Experiments 
separado. SageMaker  Recomendamos criar um experimento com o módulo
sagemaker.experiments.run em vez do módulo smexperiments a seguir.

A seção a seguir descreve como criar um SageMaker experimento com o SDK do SageMaker 
Experiments.

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Crie um SageMaker experimento da Amazon com o SDK SageMaker Experiments

Crie um SageMaker experimento da Amazon para monitorar seus trabalhos de SageMaker 
treinamento, processamento e transformação.

O procedimento a seguir mostra como criar um SageMaker experimento para um trabalho de 
SageMaker treinamento, processamento ou transformação. As etapas rotuladas como (Studio 
Classic) descrevem como visualizar o experimento no Amazon SageMaker Studio Classic. Você não 
precisa executar o experimento no Studio Classic para ver o experimento no Studio Classic.

1. Importe o módulo sys para instalar os SDKs.

import sys

2. (Opcional) O Amazon SageMaker Python SDK vem pré-instalado no Amazon SageMaker 
Studio Classic. Se você planeja executar seu código fora do Studio Classic, instale o SDK do 
SageMaker Python.
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!{sys.executable} -m pip install sagemaker

3. Instale o SageMaker SDK Experiments Python.

!{sys.executable} -m pip install sagemaker-experiments

4. Importe os módulos.

import time
from time import strftime

import sagemaker

from smexperiments.experiment import Experiment
from smexperiments.trial import Trial
from smexperiments.trial_component import TrialComponent
from smexperiments.tracker import Tracker

5. Obtenha a função de execução e crie a SageMaker sessão.

role = sagemaker.get_execution_role()
sm_sess = sagemaker.session.Session()

6. Crie um SageMaker experimento. Os nomes de experimentos devem ser exclusivos na sua 
conta .

Note

O parâmetro tags é opcional. Você pode pesquisar a tag usando o Studio Classic, o 
SageMaker console e o SDK. As etiquetas também podem ser aplicadas a testes e 
componentes de teste.

create_date = strftime("%Y-%m-%d-%H-%M-%S")
demo_experiment = Experiment.create(experiment_name = "DEMO-
{}".format(create_date), 
                                    description = "Demo experiment", 
                                    tags = [{'Key': 'demo-experiments', 'Value': 
 'demo1'}])
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7. (Studio Classic) Para ver o experimento no Amazon SageMaker Studio Classic, na barra lateral 
esquerda, escolha os Experimentos.

Após a execução do código, a lista de experimentos contém o novo experimento. Pode levar 
um momento para a lista ser atualizada e exibir o experimento. O filtro na tag do experimento 
também é exibido. Somente experimentos que têm uma tag correspondente são exibidos. Sua 
lista deve parecer semelhante ao seguinte:

8. Crie um teste para o experimento. O nome do experimento deve ser exclusivo em sua conta.

demo_trial = Trial.create(trial_name = "DEMO-{}".format(create_date), 
                          experiment_name = demo_experiment.experiment_name, 
                          tags = [{'Key': 'demo-trials', 'Value': 'demo1'}])

9. Crie um componente de teste como parte do teste. O componente experimental é o SageMaker 
trabalho.

Adicione o ExperimentConfigparâmetro ao método apropriado. As SageMaker tarefas listadas na 
tabela a seguir são suportadas.
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Trabalho SageMaker Método Python SDK Método Boto3

Treinamen 
to

Estimator.fit CreateTrainingJob

Processam 
ento

Processor.run CreateProcessingJob

Transform 
ação

Transformer.transform CreateTransformJob

Os exemplos a seguir são para uma tarefa de treinamento. O Tags parâmetro adiciona uma 
tag ao componente de teste. O ExperimentNamenão é especificado porque o teste estava 
associado ao experimento quando o teste foi criado em uma etapa anterior.

Usando o SDK do SageMaker Python

sagemaker.estimator.Estimator( 
    ..., 
    sagemaker_session = sm_sess, 
    tags = [{'Key': 'demo-jobs', 'Value': 'demo2'}])

estimator.fit( 
    ..., 
    experiment_config = { 
        # "ExperimentName" 
        "TrialName" : demo_trial.trial_name, 
        "TrialComponentDisplayName" : "TrainingJob", 
    })

Usando o Boto3

create_training_job( 
    ..., 
    "ExperimentConfig": { 
        # "ExperimentName" 
        "TrialName" : demo_trial.trial_name, 
        "TrialComponentDisplayName" : "TrainingJob", 
    }, 
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    "Tags": [{'Key': 'demo-jobs', 'Value': 'demo2'}])

10. (Studio Classic) Na lista de experimentos, clique duas vezes no experimento para exibir uma 
lista dos ensaios do experimento. Na interface do usuário do Studio Classic, os testes são 
chamados de grupos de execução e os componentes de teste são chamados de execuções. 
Sua lista deve parecer semelhante ao seguinte:

11. (Studio Classic) Para visualizar informações sobre o experimento, o teste e o trabalho 
(componente de teste), consulteVisualizar, pesquisar e comparar execuções de experimentos.

Para limpar os recursos que você criou, consulte Limpe os recursos do Amazon SageMaker 
Experiment.

Perguntas frequentes sobre o Experiments

Consulte os itens de perguntas frequentes a seguir para obter respostas às perguntas mais 
frequentes sobre SageMaker Experimentos.
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P: Qual é o método recomendado para criar um experimento?

R: Os experimentos são uma coleção de ensaios que visam encontrar o melhor modelo para resolver 
um problema. Para inicializar uma execução em um experimento, use a classe SageMaker Python 
SDKRun. Para obter mais exemplos, consulte Crie um SageMaker experimento na Amazon.

P: Posso criar um experimento usando o modo SageMaker script?

Sim. Você pode criar experimentos usando o modo SageMaker script. No caderno Jupyter ou 
no arquivo Python que você está usando para definir seu estimador, inicialize uma execução 
usando a classe Run. Durante a execução, inicie um estimador com seu script de ponto de entrada 
personalizado. Dentro desse script de ponto de entrada, use o load_run método para inicializar 
a execução que você definiu no script de ponto de entrada e registrar suas métricas. Para obter 
exemplos detalhados, consulte Monitore experimentos para trabalhos SageMaker de treinamento 
usando o modo script.

P: Quais SageMaker trabalhos criam experimentos automaticamente?

SageMaker As tarefas de Otimização de Hiperparâmetros (HPO) (também conhecidas como tarefas 
de ajuste) criam automaticamente experimentos para rastrear todas as tarefas de treinamento 
iniciadas durante uma pesquisa de hiperparâmetros. Todos os outros SageMaker trabalhos criam 
execuções não atribuídas, a menos que sejam iniciados de dentro de um experimento.

P: Para quais tipos de SageMaker trabalhos posso criar um experimento?

Você pode usar SageMaker Experimentos para monitorar métricas de trabalhos de treinamento, 
trabalhos de processamento e trabalhos de transformação.

P: Por que vejo experimentos e execuções na interface clássica do Experiments Studio que eu não 
criei usando o SDK do SageMaker Python?

As execuções de experimentos criadas automaticamente por SageMaker 
trabalhos e contêineres são visíveis na interface do usuário do Experiments 
Studio Classic por padrão. Para ocultar execuções criadas por SageMaker 
trabalhos para um determinado experimento, escolha o ícone de configurações 
( ) 
e ative Mostrar trabalhos.

P: O SDK SageMaker Experiments ainda é compatível?

Sim, o SDK do SageMaker Experiments ainda é compatível. No entanto, a partir da v2.123.0, o 
SageMaker Experiments está totalmente integrado ao SDK do Python SageMaker . Recomendamos 
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usar o SDK do SageMaker Python para criar experimentos e execuções. Para ter mais informações, 
consulte Crie um SageMaker experimento na Amazon.

P: Posso usar o treinamento distribuído com meus experimentos?

R: Sim. No entanto, as métricas para treinamento distribuído só podem ser registradas no nível da 
época. Certifique-se de registrar apenas métricas geradas pelo nó de liderança, conforme mostrado 
no exemplo a seguir:

...
if rank == 0: 
         test_loss, correct, target, pred = test(model, test_loader, device, tracker) 
         logger.info( 
             "Test Average loss: {:.4f}, Test Accuracy: {:.0f}%;\n".format( 
                 test_loss, test_accuracy) 
             ) 
         ) 
         run.log_metric(name = "train_loss", value = loss.item(), step = epoch) 
         run.log_metric(name = "test_loss", value = test_loss, step = epoch) 
         run.log_metric(name = "test_accuracy", value = test_accuracy, step = epoch) 
         ...

Para obter mais informações, consulte o notebook de exemplo Run a SageMaker Experiment with 
Pytorch Distributed Data Parallel - MNIST Handwritten Digits Classification.

P: O que são execuções não atribuídas?

R: Todos os trabalhos em SageMaker (trabalhos de treinamento, trabalhos de processamento, 
trabalhos de transformação) correspondem às execuções. Ao iniciar esses trabalhos,
TrialComponents são criados por padrão. O TrialComponents mapeie diretamente para 
as execuções. Se esses trabalhos forem iniciados sem serem explicitamente associados a um 
experimento ou execução, eles serão criados como execuções não atribuídas.

P: Preciso passar o contexto da execução do experimento para o script de treinamento ao executar 
um trabalho de SageMaker treinamento?

R: Sim. Você precisa carregar o contexto de execução no script de treinamento, junto com as 
informações da SageMaker sessão.

from sagemaker.session import Session
from sagemaker.experiments.run import load_run
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session = Session(boto3.session.Session(region_name=args.region))

with load_run(sagemaker_session=session) as run: 
    run.log_parameters( 
        {"num_train_samples": len(train_set.data), "num_test_samples": 
 len(test_set.data)} 
    )

P: Como adicionar uma nova execução à análise do experimento?

R: Se você já criou uma comparação para seu experimento e deseja adicionar uma nova execução 
para análise, selecione todas as execuções da análise anterior, bem como a nova execução, e 
escolha Analisar. Se você não vê sua nova execução na página de análise resultante, atualize o 
navegador Studio Classic. Observe que a atualização do navegador Studio Classic pode afetar suas 
outras guias abertas.

Pesquise usando o Amazon SageMaker Console e a API

Geralmente, o desenvolvimento de um modelo de machine learning exige testes extensivos com 
diferentes conjuntos de dados, algoritmos e valores de hiperparâmetros. Para gerenciar até milhares 
de experimentos com modelos de aprendizado de máquina, use os recursos de pesquisa em 
SageMaker.

Você pode usar a SageMaker pesquisa para:

• Organize, localize e avalie tarefas de treinamento usando propriedades, hiperparâmetros, métricas 
de desempenho ou quaisquer metadados.

• Encontrar o modelo com melhor desempenho analisando o trabalho de treinamento e as métricas 
do modelo, como perda de treinamento ou precisão de validação.

• Rastreie a linhagem do modelo até a tarefa de treinamento e seus recursos relacionados, como os 
conjuntos de dados de treinamento.

Este tópico aborda a pesquisa no SageMaker console e na SageMaker API.

Tópicos

• Organizar, encontrar e avaliar trabalhos de treinamento (console)

• Encontrar e avaliar trabalhos de treinamento (API)

• Verificar os conjuntos de dados usados pelas tarefas de treinamento

Pesquisar usando o console e a API 3245
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• Linhagem do modelo de rastreamento

Organizar, encontrar e avaliar trabalhos de treinamento (console)

Para organizar as tarefas de treinamento, atribua uma ou mais tags a elas.

Para encontrar um trabalho de treinamento, modelo ou recurso específico, use o rastreamento de 
modelos para pesquisar palavras-chave atribuídas a todos os itens que podem ser pesquisados. 
Os itens que podem ser pesquisados incluem trabalhos de treinamento, modelos, hiperparâmetros, 
metadados, tags e URLs. Para refinar os resultados do rastreamento, é possível pesquisar usando 
vários critérios.

Para escolher o melhor modelo para implantação, avalie como todos os modelos foram executados 
em uma ou mais métricas. É possível usar os resultados de rastreamento de modelos para listar, 
classificar e avaliar o desempenho dos modelos em seus experimentos.

Tópicos

• Usar tags para rastrear trabalhos de treinamento (console)

• Localizar trabalhos de treinamento (console)

• Avaliar modelos (console)

Usar tags para rastrear trabalhos de treinamento (console)

Para agrupar as tarefas de treinamento, crie tags com chaves descritivas e um valor. Por exemplo, 
crie chaves de tag para: projeto, proprietário, cliente e setor.

Adicionar tags a trabalhos de treinamento (console)

1. Abra o  SageMaker console da Amazon.

2. No painel de navegação, escolha Training jobs (Trabalhos de treinamento) e Create training job 
(Criar trabalho de treinamento).

3. Role até o final da página e insira uma chave e um valor para a tag.
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4. Para adicionar outra tag, escolha Add tag (Adicionar tag) e adicione outro par de chave/valor.

Localizar trabalhos de treinamento (console)

É possível pesquisar tarefas de treinamento usando uma variedade de atributos da tarefa. Observe 
que alguns parâmetros de pesquisa serão exibidos somente se você tiver criado uma tarefa de 
treinamento com esse atributo. Por exemplo, Tags será exibido somente se você tiver adicionado 
uma tag a uma tarefa de treinamento.

Como localizar trabalhos de treinamento (console)

1. Abra o  SageMaker console da Amazon.

2. No painel de navegação, selecione Pesquisar.

3. Adicione Parameters (Parâmetros).

a. Na caixa de pesquisa, insira um parâmetro e escolha um tipo de parâmetro, por exemplo
TrainingJobName.

b. Escolha uma operação condicional. Para valores numéricos, use operadores como is 
equals to (é igual a), lesser than (menor que) ou greater than (maior que). Para valores 
baseados em texto, use operadores como equals to (igual a) ou contains (contém).

c. Insira um valor para o parâmetro.

4. (Opcional) Para refinar sua pesquisa, adicione outros critérios de pesquisa. Escolha Add row 
(Adicionar linha) e informe os valores do parâmetro.

5. Selecione a opção Pesquisar.
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Avaliar modelos (console)

Para avaliar o desempenho de um modelo, revise seus metadados, hiperparâmetros e métricas. 
Para realçar as métricas, ajuste a exibição para mostrar somente métricas e hiperparâmetros 
importantes.

Como avaliar um modelo (console)

1. Abra o  SageMaker console da Amazon.

2. No painel de navegação, escolha Search (Pesquisar) e pesquise trabalhos de treinamento 
especificando parâmetros relevantes. Os resultados são exibidos em uma tabela.

3. Abra a janela de preferências escolhendo o ícone de configurações na tabela de resultados da 
pesquisa.

4. Para mostrar ou ocultar um hiperparâmetro ou uma métrica, ative ou desative-o escolhendo
Hyperparameter (Hiperparâmetro) ou Metric (Métrica) .

5. Faça as alterações necessárias e escolha Update view (Atualizar visualização).

6. Depois de exibir métricas e hiperparâmetros importantes, você pode comparar e contrastar o 
resultado. Depois, é possível escolher o melhor modelo para hospedar ou investigar os modelos 
com desempenho ruim.

Encontrar e avaliar trabalhos de treinamento (API)

Para encontrar e avaliar trabalhos de treinamento ou para obter sugestões para itens usados em 
experimentos que podem ser pesquisados, é possível usar a API Search.

Tópicos
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• Encontrar trabalhos de treinamento (API)

• Avaliar modelos (API)

• Obter sugestões para uma pesquisa (API)

Encontrar trabalhos de treinamento (API)

Para encontrar trabalhos de treinamento, crie um parâmetro de pesquisa usando o parâmetro
search_params. Depois, use a função de pesquisa no subprocesso smclient no AWS da SDK for 
Python (Boto3).

O exemplo a seguir mostra como usar a API Search para encontrar tarefas de treinamento.

import boto3

search_params={ 
   "MaxResults": 10, 
   "Resource": "TrainingJob", 
   "SearchExpression": {  
      "Filters": [{  
            "Name": "Tags.Project", 
            "Operator": "Equals", 
            "Value": "Project_Binary_Classifier" 
         }]}, 
  "SortBy": "Metrics.train:binary_classification_accuracy", 
  "SortOrder": "Descending"
}

smclient = boto3.client(service_name='sagemaker')
results = smclient.search(**search_params)

Avaliar modelos (API)

Para avaliar modelos, faça uma pesquisa conforme descrito em Encontrar trabalhos de treinamento 
(API), revise as métricas do modelo e use o AWS SDK for Python (Boto3) para criar uma tabela e 
plotá-la.

O exemplo a seguir mostra como avaliar modelos e exibir os resultados em uma tabela.

import pandas
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headers=["Training Job Name", "Training Job Status", "Batch Size", "Binary 
 Classification Accuracy"]
rows=[]
for result in results['Results']:  
    trainingJob = result['TrainingJob'] 
    metrics = trainingJob['FinalMetricDataList'] 
    rows.append([trainingJob['TrainingJobName'], 
     trainingJob['TrainingJobStatus'], 
     trainingJob['HyperParameters']['mini_batch_size'], 
     metrics[[x['MetricName'] for x in   
     metrics].index('train:binary_classification_accuracy')]['Value'] 
    ])

df = pandas.DataFrame(data=rows,columns=headers)

from IPython.display import display, HTMLdisplay(HTML(df.to_html()))

Obter sugestões para uma pesquisa (API)

Para obter sugestões para uma pesquisa, use a API GetSearchSuggestions.

O seguinte exemplo para o SDK AWS para Python (Boto3) é uma solicitação
get_search_suggestions para itens que contenham linear.

search_suggestion_params={ 
   "Resource": "TrainingJob", 
   "SuggestionQuery": {  
      "PropertyNameQuery": {  
         "PropertyNameHint": "linear" 
      } 
   }
}

Este é um exemplo de resposta para uma solicitação get_search_suggestions.

{ 
        'PropertyNameSuggestions': [{'PropertyName': 
 'hyperparameters.linear_init_method'}, 
                    {'PropertyName': 'hyperparameters.linear_init_value'}, 
                    {'PropertyName': 'hyperparameters.linear_init_sigma'}, 
                    {'PropertyName': 'hyperparameters.linear_lr'}, 
                    {'PropertyName': 'hyperparameters.linear_wd'}]
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}

Após obter as sugestões de pesquisa, você pode usar um dos nomes de propriedades em uma 
pesquisa.

Verificar os conjuntos de dados usados pelas tarefas de treinamento

É possível usar o recurso de rastreamento de modelos para verificar quais conjuntos de dados foram 
usados no treinamento, onde os conjuntos de dados de holdout foram usados e outros detalhes 
sobre trabalhos de treinamento. Por exemplo, use o recurso de rastreamento de modelos para 
verificar se um conjunto de dados específico foi usado em um trabalho de treinamento para uma 
auditoria ou para verificar a conformidade.

Para verificar se um conjunto de dados específico foi usado em um trabalho de treinamento, você 
procura pela URL de sua localização no Amazon Simple Storage Service (Amazon S3). O recurso 
de rastreamento de modelos retorna as tarefas de treinamento que usaram o conjunto de dados 
que você especificar. Se a pesquisa não retornar o conjunto de dados (o resultado estiver vazio), o 
conjunto de dados não terá sido usado em uma tarefa de treinamento. Um resultado vazio confirma, 
por exemplo, que um conjunto de dados de holdout não foi usado.

Linhagem do modelo de rastreamento

Você pode usar o recurso de rastreamento de modelos para obter informações sobre a linhagem 
das tarefas de treinamento e os recursos de modelo que foram usados para elas, inclusive o 
conjunto de dados, o algoritmo, os hiperparâmetros e as métricas. Por exemplo, se você achar que 
o desempenho de um modelo hospedado diminuiu, poderá revisar o trabalho de treinamento e os 
recursos que ele usa para determinar o que está causando o problema.

Tópicos

• Linhagem do modelo de rastreamento (console)

• Linhagem de modelo de rastreamento (API)

Linhagem do modelo de rastreamento (console)

Para rastrear a linhagem de um modelo (console)

1. Abra o  SageMaker console da Amazon.
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2. No painel de navegação, escolha Endpoints e escolha o endpoint relevante.

3. Role até a seção Endpoint configuration settings (Definições de configuração do endpoint). 
Esta seção lista todas as versões de modelo implantadas no endpoint, com um hiperlink para o 
trabalho de treinamento que criou cada uma.

Linhagem de modelo de rastreamento (API)

Para rastrear a linhagem de um modelo, obtenha o nome do modelo e use-o para pesquisar 
trabalhos de treinamento.

O exemplo a seguir mostra como rastrear a linhagem de um modelo usando a API.

# Get the name of model deployed at endpoint
endpoint_config = smclient.describe_endpoint_config(EndpointConfigName=endpointName)
model_name = endpoint_config['ProductionVariants'][0]['ModelName']

# Get the model's name
model = smclient.describe_model(ModelName=model_name)

# Search the training job by the location of model artifacts in Amazon S3
search_params={ 
   "MaxResults": 1, 
   "Resource": "TrainingJob", 
   "SearchExpression": {  
      "Filters": [  
         {  
            "Name": "ModelArtifacts.S3ModelArtifacts", 
            "Operator": "Equals", 
            "Value": model['PrimaryContainer']['ModelDataUrl'] 
         }]},
}
results = smclient.search(**search_params)

Depois de encontrar o trabalho de treinamento, você pode revisar os recursos usados para treinar o 
modelo.

Execute o ajuste automático do modelo com SageMaker

O ajuste SageMaker automático de modelos (AMT) da Amazon, também conhecido como ajuste 
de hiperparâmetros, encontra a melhor versão de um modelo executando vários trabalhos de 
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treinamento em seu conjunto de dados. Para fazer isso, o AMT usa o algoritmo e os intervalos de 
hiperparâmetros que você especifica. Em seguida, escolhe os valores dos hiperparâmetros que 
criam um modelo que apresenta o melhor desempenho, conforme medido por uma métrica que você 
escolhe.

Por exemplo, suponha que você queira resolver um problema de classificação binária em um 
conjunto de dados de marketing. Seu objetivo é maximizar a métrica de área sob a curva (AUC) do 
algoritmo, treinando um modelo Algoritmo XGBoost. Você deseja encontrar os valores ideais para os 
hiperparâmetros eta, alpha, min_child_weight e max_depth que treinarão o melhor modelo. 
Especifique uma faixa de valores para esses hiperparâmetros. Em seguida, o ajuste de SageMaker 
hiperparâmetros pesquisa dentro desses intervalos para encontrar uma combinação de valores que 
cria um trabalho de treinamento que cria um modelo com a AUC mais alta. Para conservar recursos 
ou atender a uma expectativa específica de qualidade do modelo, você também pode configurar 
critérios de conclusão para interromper o ajuste após o cumprimento dos critérios.

Você pode usar a SageMaker AMT com algoritmos integrados, algoritmos personalizados ou 
contêineres SageMaker pré-criados para estruturas de aprendizado de máquina.

SageMaker A AMT pode usar uma instância spot do Amazon EC2 para otimizar custos ao executar 
trabalhos de treinamento. Para ter mais informações, consulte Use o treinamento local gerenciado na 
Amazon SageMaker.

Antes de começar a usar o ajuste de hiperparâmetros, você deve ter um problema de machine 
learning bem definido, incluindo o seguinte:

• Um conjunto de dados

• Compreensão do tipo de algoritmo que você precisa treinar

• Um claro entendimento de como medir o sucesso

Prepare seu conjunto de dados e algoritmo para que eles funcionem SageMaker e executem 
com sucesso um trabalho de treinamento pelo menos uma vez. Para obter informações sobre a 
configuração e a execução de um trabalho de treinamento, consulte Conceitos básicos.

Tópicos

• Como funciona o ajuste de hiperparâmetros

• Defina métricas e variáveis de ambiente

• Definir intervalos de hiperparâmetros
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• Acompanhe e defina critérios de conclusão para seu trabalho de ajuste

• Ajustar vários algoritmos com otimização de hiperparâmetros para encontrar o melhor modelo

• Exemplo: trabalho de ajuste de hiperparâmetros

• Interromper trabalhos de treinamento precocemente

• Executar um trabalho de ajuste de hiperparâmetros de inicialização a quente

• Limites de recursos de ajuste automático de modelos

• Práticas recomendadas para o ajuste de hiperparâmetros

Como funciona o ajuste de hiperparâmetros

Quando você constrói sistemas complexos de machine learning, como redes neurais de deep 
learning, é impraticável explorar todas as combinações possíveis. O ajuste de hiperparâmetros 
pode acelerar sua produtividade ao testar muitas variações de um modelo. Ele procura o melhor 
modelo automaticamente, concentrando-se nas combinações mais promissoras de valores de 
hiperparâmetros dentro dos intervalos que você especificar. Para obter bons resultados, é necessário 
escolher os intervalos corretos a serem explorados.

Use o Guia de referência da API para entender como interagir com o ajuste de hiperparâmetros. 
Os exemplos nesta página podem ser encontrados nas HyperbandStrategyConfigAPIs
HyperParameterTuningJobConfige.

Note

Como o próprio algoritmo é estocástico, é possível que o modelo de ajuste de 
hiperparâmetros não consiga convergir para a melhor resposta. Isso pode ocorrer mesmo se 
a melhor combinação possível de valores estiver dentro dos intervalos que você escolher.

Pesquisa de grade

Ao usar a pesquisa em grade, o ajuste de hiperparâmetros escolhe combinações de valores da 
faixa de valores categóricos que você especifica ao criar a tarefa. Somente parâmetros categóricos 
são suportados ao usar a estratégia de pesquisa em grade. Não é necessário especificar o
MaxNumberOfTrainingJobs. O número de trabalhos de treinamento criados pelo trabalho 
de sintonia será automaticamente calculado como o total de combinações categóricas distintas 
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possíveis. Se especificado, o valor de MaxNumberOfTrainingJobs deve ser igual ao número total 
de combinações categóricas distintas possíveis.

Pesquisa aleatória

Ao usar a pesquisa aleatória, o ajuste de hiperparâmetros escolhe uma combinação aleatória de 
valores dentro dos intervalos que você especifica para os hiperparâmetros em cada trabalho de 
treinamento que ele inicia. Como a escolha dos valores de hiperparâmetros não depende dos 
resultados de trabalhos de treinamento anteriores, você pode executar o número máximo de 
trabalhos de treinamento simultâneos sem afetar o desempenho do ajuste.

Para ver um exemplo de notebook que usa pesquisa aleatória, consulte Pesquisa aleatória e 
escalonamento de hiperparâmetros com o SageMaker XGBoost e o notebook Automatic Model 
Tuning.

Otimização bayesiana

A otimização bayesiana trata o ajuste de hiperparâmetros como um problema de regressão. 
Dado um conjunto de recursos de entrada (os hiperparâmetros), o ajuste de hiperparâmetros 
otimiza um modelo para a métrica escolhida. Para resolver um problema de regressão, o ajuste 
de hiperparâmetros faz suposições sobre quais combinações de hiperparâmetros têm mais 
probabilidade de obter os melhores resultados e executa trabalhos de treinamento para testar esses 
valores. Após testar um conjunto de valores de hiperparâmetros, o ajuste de hiperparâmetros utiliza 
regressão para escolher o próximo conjunto de valores de hiperparâmetros a serem testados.

O ajuste de hiperparâmetros usa uma SageMaker implementação da Amazon de otimização 
bayesiana.

Ao escolher os melhores hiperparâmetros para o próximo trabalho de treinamento, o ajuste de 
hiperparâmetros considera tudo o que sabe sobre esse problema até o momento. Às vezes, ele 
escolhe uma combinação de valores de hiperparâmetros próxima da combinação que resultou no 
melhor trabalho de treinamento anterior para melhorar o desempenho de forma incremental. Isso 
permite que o ajuste de hiperparâmetros explore os resultados mais conhecidos. Outras vezes, ele 
escolhe um conjunto de valores de hiperparâmetros bem distantes daqueles que tentou. Isso permite 
explorar o intervalo de valores de hiperparâmetros para tentar encontrar novas áreas que ainda não 
são bem-compreendidas. A compensação de explorar/aproveitar é comum em muitos problemas de 
machine learning.

Para obter mais informações sobre a otimização bayesiana, consulte o seguinte:
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Tópicos básicos sobre otimização bayesiana

• Um tutorial sobre a otimização bayesiana de funções de custos caros, com aplicação para 
modelagem de usuários ativos e aprendizagem por reforço hierárquica

• Otimização bayesiana prática de algoritmos de machine learning

• Tirando o humano do loop: Uma revisão da otimização bayesiana

Aceleração da otimização bayesiana

• Google Vizier: A Service for Black-Box Optimization

• Learning Curve Prediction with Bayesian Neural Networks

• Speeding up automatic hyperparameter optimization of deep neural networks by extrapolation of 
learning curves

Modelagem avançada e aprendizagem por transferência

• Scalable Hyperparameter Transfer Learning

• Bayesian Optimization with Tree-structured Dependencies

• Bayesian Optimization with Robust Bayesian Neural Networks

• Scalable Bayesian Optimization Using Deep Neural Networks

• Input Warping for Bayesian Optimization of Non-stationary Functions

Hyperband

Hyperband é uma estratégia de ajuste baseada em multifidelidade que realoca recursos 
dinamicamente. O Hyperband usa os resultados intermediários e finais dos trabalhos de treinamento 
para realocar épocas para configurações de hiperparâmetros bem utilizadas e interrompe 
automaticamente aquelas com desempenho inferior. Também se adapta perfeitamente ao uso de 
muitos trabalhos de treinamento paralelos. Esses recursos podem acelerar significativamente o 
ajuste de hiperparâmetros em relação às estratégias de busca aleatória e otimização bayesiana.

O Hyperband só deve ser usada para ajustar algoritmos iterativos que publicam resultados em 
diferentes níveis de recursos. Por exemplo, o Hyperband pode ser usado para ajustar uma rede 
neural para classificação de imagens que publica métricas de precisão após cada época.

Para obter mais informações sobre Hyperband, consulte os seguintes links:
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• Hyperband: uma nova abordagem baseada em bandit para otimização de hiperparâmetros

• Ajuste massivo de hiperparâmetros paralelos

• BOHB: Otimização robusta e eficiente de hiperparâmetros em escala

• Pesquisa de hiperparâmetros assíncronos e arquitetura neural baseada em modelos

Hyperband com interrupção antecipada

Os trabalhos de treinamento podem ser interrompidos antecipadamente quando é improvável 
que melhorem a métrica objetiva do trabalho de ajuste de hiperparâmetros. Isso pode ajudar 
a reduzir o tempo de computação e evitar o ajuste excessivo do modelo. O Hyperband usa 
um mecanismo interno avançado para aplicar a interrupção antecipada. Portanto, o parâmetro
TrainingJobEarlyStoppingType na API HyperParameterTuningJobConfig deve ser 
definido como OFF ao usar o recurso interno de interrupção antecipada do Hyperband.

Note

O ajuste de hiperparâmetros pode não melhorar seu modelo. É uma ferramenta avançada 
para construir soluções de máquinas. Como tal, deve ser considerado parte do processo de 
desenvolvimento científico.

Defina métricas e variáveis de ambiente

Um trabalho de ajuste otimiza hiperparâmetros para trabalhos de treinamento que ele inicia usando 
uma métrica para avaliar o desempenho. Este guia mostra como definir métricas para que você 
possa usar um algoritmo personalizado para treinamento ou usar um algoritmo incorporado da 
Amazon SageMaker. Este guia também mostra como especificar variáveis de ambiente durante uma 
tarefa de ajuste automático de modelos (AMT).

Definir métricas

O ajuste de SageMaker hiperparâmetros da Amazon analisa seus algoritmos stdout e stderr
fluxos de aprendizado de máquina para encontrar métricas, como perda ou precisão de validação. 
As métricas mostram o desempenho do modelo no conjunto de dados.

As seguintes seções descrevem como usar dois tipos de algoritmos para treinamento: integrado e 
personalizado.
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Use um algoritmo integrado para treinamento

Se você usa um dos algoritmos SageMaker integrados, as métricas já estão definidas para 
você. Além disso, os algoritmos integrados enviam automaticamente métricas para o ajuste do 
hiperparâmetros para otimização. Essas métricas também são gravadas nos CloudWatch registros 
da Amazon. Para obter mais informações, consulte Registrar SageMaker eventos da Amazon com a 
Amazon CloudWatch.

Para a métrica objetivo do trabalho de ajuste, escolha uma das métricas que o algoritmo integrado 
emite. Para obter uma lista das métricas disponíveis, consulte a seção de ajuste do modelo para 
o algoritmo apropriado em Use os algoritmos SageMaker integrados da Amazon ou modelos pré-
treinados.

Você pode escolher até 40 métricas para monitorar o seu trabalho de ajuste. Selecione uma dessas 
métricas para ser a métrica objetiva. O trabalho de ajuste de hiperparâmetros retorna o trabalho de 
treinamento que teve o melhor desempenho em relação à métrica objetiva.

Note

O ajuste de hiperparâmetros envia automaticamente um hiperparâmetro adicional
_tuning_objective_metric para passar sua métrica objetiva para o trabalho de ajuste 
para uso durante o treinamento.

Use um algoritmo personalizado para treinamento

Esta seção mostra como definir suas próprias métricas para usar seu próprio algoritmo personalizado 
para treinamento. Ao fazer isso, certifique-se de que seu algoritmo grave pelo menos uma métrica 
em stderr ou stdout. O ajuste de hiperparâmetros analisa esses fluxos para encontrar métricas 
de algoritmos que mostram o desempenho do modelo no conjunto de dados.

Você pode definir métricas personalizadas especificando um nome e uma expressão regular para 
cada métrica que seu trabalho de ajuste monitora. Em seguida, passe essas definições de métricas 
para a API CreateHyperParameterTuningJob no TrainingJobDefinition parâmetro no
MetricDefinitions campo de AlgorithmSpecification.

Veja a seguir um exemplo de saída de um log gravado em stderr ou stdout por um algoritmo de 
treinamento.
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GAN_loss=0.138318;  Scaled_reg=2.654134; disc:[-0.017371,0.102429] real 93.3% gen 0.0% 
 disc-combined=0.000000; disc_train_loss=1.374587;  Loss = 16.020744;  Iteration 0 took 
 0.704s;  Elapsed=0s

O exemplo de código a seguir mostra como usar expressões regulares em Python (regex). Isso é 
usado para pesquisar a saída do log de amostra e capturar os valores numéricos de quatro métricas 
diferentes.

[ 
    { 
        "Name": "ganloss", 
        "Regex": "GAN_loss=(.*?);", 
    }, 
    { 
        "Name": "disc-combined", 
        "Regex": "disc-combined=(.*?);", 
    }, 
    { 
        "Name": "discloss", 
        "Regex": "disc_train_loss=(.*?);", 
    }, 
    { 
        "Name": "loss", 
        "Regex": "Loss = (.*?);", 
    },
]

Em expressões regulares, parênteses () são usados para agrupar partes da expressão regular.

• Para a loss métrica definida no exemplo de código, a expressão (.*?); captura qualquer 
caractere entre o texto exato "Loss=" e o primeiro caractere ponto e vírgula (;).

• O caractere . instrui a expressão regular a corresponder a qualquer caractere.

• O caractere * significa corresponder a zero ou mais caracteres.

• O personagem ? significa capturar somente até a primeira instância do ; personagem.

A métrica de perda definida na amostra de código será capturada Loss = 16.020744 a partir da 
saída da amostra.
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Escolha uma das métricas que você definiu como métrica objetiva para o trabalho de 
ajuste. Se você estiver usando a SageMaker API, especifique o valor da name chave no
HyperParameterTuningJobObjective campo do HyperParameterTuningJobConfig
parâmetro que você envia para a CreateHyperParameterTuningJoboperação.

Especificar variáveis de ambiente

SageMaker A AMT otimiza os hiperparâmetros em um trabalho de ajuste para encontrar os melhores 
parâmetros para o desempenho do modelo. Você pode usar variáveis de ambiente para configurar 
o trabalho de ajuste para alterar o comportamento. Você também pode usar variáveis de ambiente 
usadas durante o treinamento em seu trabalho de ajuste.

Se você quiser usar uma variável de ambiente do seu trabalho de ajuste ou especificar uma 
nova variável de ambiente, insira um valor de string para Environment dentro da SageMaker
HyperParameterTrainingJobDefinitionAPI. Passe essa definição de tarefa de treinamento para a
CreateHyperParameterTuningJobAPI.

Por exemplo, a variável de ambiente SM_LOG_LEVEL pode ser definida com os seguintes valores 
para personalizar a saída de um contêiner Python.

NOTSET=0
DEBUG=10
INFO=20
WARN=30
ERROR=40
CRITICAL=50

Por exemplo, para definir o nível de registro para 10 depurar seus registros de contêiner, defina a 
variável de ambiente dentro do HyperParameterTrainingJobDefinition, da seguinte forma.

{ 
   "HyperParameterTuningJobConfig": {  
   ..., 
   } 
   "TrainingJobDefinition": {  
      ..., 
      "Environment" : [ 
          { 
            "SM_LOG_LEVEL": 10  
          } 
      ], 
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      ..., 
   }, 
   ...,         
}         

Definir intervalos de hiperparâmetros

Este guia mostra como usar SageMaker APIs para definir intervalos de hiperparâmetros. Também 
fornece uma lista de tipos de escalonamento de hiperparâmetros que você pode usar.

A escolha de hiperparâmetros e intervalos afeta significativamente o desempenho do seu trabalho 
de ajuste. O ajuste de hiperparâmetros encontra os melhores valores de hiperparâmetros para o 
seu modelo ao pesquisar em uma faixa de valores que você especifica para cada hiperparâmetro 
ajustável. Você também pode especificar até 100 hiperparâmetros estáticos que não mudam ao 
longo do trabalho de ajuste. Você pode usar até 100 hiperparâmetros no total (estático+ajustável). 
Para obter orientação sobre como escolher hiperparâmetros e intervalos, consulte Práticas 
recomendadas para o ajuste de hiperparâmetros. Você também pode usar o ajuste automático para 
encontrar as configurações ideais do trabalho de ajuste. Para mais informações, consulte a seção
Ajuste automático a seguir.

Note

SageMaker O ajuste automático do modelo (AMT) pode adicionar hiperparâmetros adicionais 
que contribuem para o limite total de 100 hiperparâmetros. Atualmente, para passar sua 
métrica objetiva para o trabalho de ajuste para uso durante o treinamento, SageMaker ela é
_tuning_objective_metric adicionada automaticamente.

Hiperparâmetros estáticos

Use hiperparâmetros estáticos para os seguintes casos: Por exemplo, você pode usar o AMT para 
ajustar seu modelo usando param1 (um parâmetro ajustável) e param2 (um parâmetro estático). Se 
você fizer isso, use um espaço de pesquisa param1 que esteja entre dois valores e passe param2
como um hiperparâmetro estático, da seguinte maneira.

param1: ["range_min","range_max"]
param2: "static_value"

Os hiperparâmetros estáticos têm a seguinte estrutura:
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"StaticHyperParameters": { 
    "objective" : "reg:squarederror", 
    "dropout_rate": "0.3"
}   

Você pode usar a SageMaker API da Amazon para especificar pares de valores-chave no
StaticHyperParameterscampo do HyperParameterTrainingJobDefinition parâmetro que 
você passa para a CreateHyperParameterTuningJoboperação.

Hiperparâmetros dinâmicos

Você pode usar a SageMaker API para definir intervalos de hiperparâmetros. Especifique 
os nomes dos hiperparâmetros e as faixas de valores no campo ParameterRanges
do parâmetro HyperParameterTuningJobConfig que você passa para a operação
CreateHyperParameterTuningJob.

O campo ParameterRanges tem três subcampos: categórico, inteiro e contínuo. Você pode definir 
até 30 hiperparâmetros ajustáveis totais (categóricos + inteiros + contínuos) para pesquisar.

Note

Cada hiperparâmetro categórico pode ter no máximo 30 valores diferentes.

Os hiperparâmetros dinâmicos têm a seguinte estrutura:

"ParameterRanges": { 
    "CategoricalParameterRanges": [ 
        { 
            "Name": "tree_method", 
            "Values": ["auto", "exact", "approx", "hist"] 
        } 
    ], 
    "ContinuousParameterRanges": [ 
        { 
            "Name": "eta", 
            "MaxValue" : "0.5", 
            "MinValue": "0", 
            "ScalingType": "Auto" 
        } 
    ], 
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    "IntegerParameterRanges": [ 
        { 
            "Name": "max_depth", 
            "MaxValue": "10", 
            "MinValue": "1", 
            "ScalingType": "Auto" 
        } 
    ]
}

Se você criar um trabalho de ajuste com uma Grid estratégia, só poderá especificar valores 
categóricos. Não é necessário fornecer o MaxNumberofTrainingJobs. Esse valor é inferido do 
número total de configurações que podem ser produzidas a partir de seus parâmetros categóricos. 
Se especificado, o valor de MaxNumberOfTrainingJobs deve ser igual ao número total de 
combinações categóricas distintas possíveis.

Ajuste automático

Para economizar tempo e recursos pesquisando intervalos de hiperparâmetros, recursos ou métricas 
objetivas, o ajuste automático pode adivinhar automaticamente os valores ideais para alguns campos 
de hiperparâmetros. Use o ajuste automático para encontrar valores ideais para os seguintes 
campos:

• ParameterRanges— Os nomes e intervalos de hiperparâmetros que um trabalho de ajuste pode 
otimizar.

• ResourceLimits— O máximo de recursos a serem usados em um trabalho de ajuste. Esses 
recursos podem incluir o número máximo de trabalhos de treinamento, o tempo de execução 
máximo de um trabalho de ajuste e o número máximo de trabalhos de treinamento que podem ser 
executados ao mesmo tempo.

• TrainingJobEarlyStoppingType— Uma bandeira que interrompe um trabalho de treinamento se 
um trabalho não estiver melhorando significativamente em relação a uma métrica objetiva. O 
padrão é habilitado. Para ter mais informações, consulte Interromper trabalhos de treinamento 
precocemente.

• RetryStrategy— O número de vezes que você deve tentar novamente um trabalho de treinamento. 
Valores diferentes de zero para RetryStrategy podem aumentar a probabilidade de seu 
trabalho ser concluído com sucesso.

• Strategy — Especifica como o ajuste de hiperparâmetros escolhe as combinações de valores de 
hiperparâmetros a serem usadas no trabalho de treinamento que ele inicia.
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• ConvergenceDetected— Uma bandeira para indicar que o ajuste automático do modelo (AMT) 
detectou a convergência do modelo.

Para usar o ajuste automático, faça o seguinte:

1. Especifique o hiperparâmetro e um valor de exemplo no AutoParameters campo da
ParameterRangesAPI.

2. Habilite o ajuste automático.

O AMT determinará se seus hiperparâmetros e valores de exemplo são elegíveis para 
ajuste automático. Os hiperparâmetros que podem ser usados no ajuste automático são 
automaticamente atribuídos ao tipo de intervalo de parâmetros apropriado. Em seguida, o 
AMT usa ValueHint para selecionar um intervalo ideal para você. Você pode usar a API
DescribeHyperParameterTrainingJob para visualizar os intervalos.

O exemplo a seguir mostra como configurar um trabalho de ajuste que usa o ajuste automático. No 
exemplo de configuração, o hiperparâmetro max_depth contém ValueHint um valor de exemplo 
de 4.

config = { 
    'Autotune': {'Mode': 'Enabled'}, 
    'HyperParameterTuningJobName':'my-autotune-job', 
    'HyperParameterTuningJobConfig': { 
        'HyperParameterTuningJobObjective': {'Type': 'Minimize', 'MetricName': 
 'validation:rmse'}, 
        'ResourceLimits': {'MaxNumberOfTrainingJobs': 5, 'MaxParallelTrainingJobs': 1}, 
        'ParameterRanges': {        
            'AutoParameters': [ 
                {'Name': 'max_depth', 'ValueHint': '4'} 
            ] 
        } 
    }, 
    'TrainingJobDefinition': { 
    .... }

Continuando com o exemplo anterior, um trabalho de ajuste é criado depois que a configuração 
anterior é incluída em uma chamada para a API CreateHyperParameterTuningJob. 
Em seguida, o autotune converte o hiperparâmetro max_depth em hiperparâmetro. 
AutoParameters IntegerParameterRanges A resposta a seguir de uma API
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DescribeHyperParameterTrainingJob mostra que os melhores IntegerParameterRanges
para max_depth estão entre 2 e 8.

{ 
    'HyperParameterTuningJobName':'my_job', 
    'HyperParameterTuningJobConfig': { 
        'ParameterRanges': { 
            'IntegerParameterRanges': [ 
                {'Name': 'max_depth', 'MinValue': '2', 'MaxValue': '8'}, 
            ], 
        } 
    }, 
    'TrainingJobDefinition': { 
        ... 
    }, 
    'Autotune': {'Mode': 'Enabled'} 
     
}

Tipos de escalabilidade de hiperparâmetros

Para intervalos de hiperparâmetros inteiros e contínuos, você pode escolher a escala que deseja 
que o ajuste de hiperparâmetros utilize. Por exemplo, para pesquisar o intervalo de valores, você 
pode especificar um valor para o campo ScalingType do intervalo de hiperparâmetros. Você pode 
escolher entre os seguintes tipos de escalonamento de hiperparâmetros:

Auto

SageMaker o ajuste de hiperparâmetros escolhe a melhor escala para o hiperparâmetro.

Linear

O ajuste de hiperparâmetros pesquisa os valores no intervalo de hiperparâmetros usando uma 
escala linear. Normalmente, você escolhe isso se o intervalo de todos os valores, do menor ao 
mais alto, for relativamente pequeno (dentro de uma ordem de magnitude). A busca uniforme de 
valores dentro da faixa proporciona uma exploração razoável de todo o intervalo.

Logarítmica

O ajuste de hiperparâmetros pesquisa os valores no intervalo de hiperparâmetros usando uma 
escala logarítmica.

A escalabilidade logarítmica funciona apenas para intervalos que têm valores maiores que 0.
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Escolha a escala logarítmica quando estiver pesquisando uma faixa que abrange várias ordens 
de magnitude.

Por exemplo, se você estiver ajustando um modelo Ajustar um modelo de aprendizagem linear e 
especificar um intervalo de valores entre 0,0001 e 1,0 para o learning_rate hiperparâmetro, 
considere o seguinte: Pesquisar uniformemente em uma escala logarítmica fornece uma amostra 
melhor de todo o intervalo do que pesquisar em uma escala linear. Isso ocorre porque pesquisar 
em uma escala linear dedicaria, em média, 90% do seu orçamento de treinamento apenas 
aos valores entre 0,1 e 1,0. Como resultado, isso deixa apenas 10% do seu orçamento de 
treinamento para valores entre 0,0001 e 0,1.

ReverseLogarithmic

O ajuste de hiperparâmetros pesquisa os valores no intervalo de hiperparâmetros usando uma 
escala logarítmica reversa. A escala logarítmica reversa é suportada somente para intervalos 
contínuos de hiperparâmetros. Ela não é compatível para intervalos de hiperparâmetros inteiros.

Escolha a escalabilidade logarítmica inversa ao pesquisar um intervalo muito sensível a 
pequenas alterações que sejam muito próximas de 1.

A escalabilidade logarítmica inversa funciona apenas para intervalos que estão inteiramente 
dentro do intervalo 0<=x<1,0.

Para ver um exemplo de notebook que usa escalabilidade de hiperparâmetros, consulte esses 
exemplos de  SageMaker hiperparâmetros da Amazon em. GitHub

Acompanhe e defina critérios de conclusão para seu trabalho de ajuste

Você pode usar os critérios de conclusão para instruir o ajuste automático de modelos (AMT) 
a interromper seu trabalho de ajuste se determinadas condições forem atendidas. Com essas 
condições, você pode definir um desempenho mínimo do modelo ou um número máximo de 
trabalhos de treinamento que não melhoram quando avaliados em relação à métrica objetiva. Você 
também pode acompanhar o progresso do seu trabalho de ajuste e decidir deixá-lo continuar ou 
pará-lo manualmente. Este guia mostra como definir critérios de conclusão, verificar o progresso e 
interromper seu trabalho de ajuste manualmente.

Definir critérios de conclusão para o seu trabalho de ajuste

Durante a otimização de hiperparâmetros, um trabalho de ajuste iniciará vários trabalhos de 
treinamento dentro de um loop. O trabalho de ajuste fará o seguinte.

Acompanhe e defina critérios de conclusão 3266

https://github.com/awslabs/amazon-sagemaker-examples/blob/master/hyperparameter_tuning/xgboost_random_log/hpo_xgboost_random_log.ipynb


Amazon SageMaker Guia do Desenvolvedor

• Verifique se seus trabalhos de treinamento foram concluídos e atualize as estatísticas 
adequadamente

• Decida qual combinação de hiperparâmetros será avaliada em seguida.

O AMT verificará continuamente os trabalhos de treinamento que foram lançados a partir de seu 
trabalho de ajuste para atualizar as estatísticas. Essas estatísticas incluem o tempo de execução 
do trabalho de ajuste e o melhor trabalho de treinamento. Em seguida, o AMT determina se deve 
interromper o trabalho de acordo com seus critérios de conclusão. Você também pode verificar 
essas estatísticas e interromper seu trabalho manualmente. Para obter mais informações sobre 
como interromper um trabalho manualmente, consulte a seção Interrompendo seu trabalho de ajuste 
manualmente.

Por exemplo, se seu trabalho de ajuste atingir seu objetivo, você poderá interromper o ajuste mais 
cedo para conservar recursos ou garantir a qualidade do modelo. O AMT verifica o desempenho 
do seu trabalho em relação aos seus critérios de conclusão e interrompe o trabalho de ajuste, caso 
algum tenha sido atendido.

Você pode especificar os seguintes tipos de critérios de conclusão:

• MaxNumberOfTrainingJobs - O número máximo de trabalhos de treinamento a serem 
executados antes da interrupção do ajuste.

• MaxNumberOfTrainingJobsNotImproving - O número máximo de trabalhos de treinamento 
que não melhoram o desempenho em relação à métrica objetiva do melhor trabalho de 
treinamento atual. Como exemplo, se o melhor trabalho de treinamento retornou uma métrica 
objetiva com uma precisão de 90%, e MaxNumberOfTrainingJobsNotImproving for definido 
como 10. Neste exemplo, o ajuste será interrompido após os trabalhos de treinamento do 10 não 
retornarem uma precisão maior que 90%.

• MaxRuntimeInSeconds - O limite superior do tempo do relógio de parede em segundos de 
quanto tempo um trabalho de ajuste pode ser executado.

• TargetObjectiveMetricValue - O valor da métrica objetiva em relação à qual o trabalho de 
ajuste é avaliado. Quando esse valor for atingido, o AMT interrompe o trabalho de ajuste.

• CompleteOnConvergence - Um indicador para interromper o ajuste após um algoritmo interno 
determinar que é improvável que o trabalho de ajuste melhore mais de 1% em relação à métrica 
objetiva do melhor trabalho de treinamento.
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Escolher critérios de conclusão

Você pode escolher um ou vários critérios de conclusão para interromper seu trabalho de ajuste 
de hiperparâmetros depois que uma condição for atendida. As instruções a seguir mostram como 
selecionar os critérios de preenchimento e como decidir qual é o mais apropriado para seu caso de 
uso.

• Use MaxNumberOfTrainingJobs na ResourceLimitsAPI para definir um limite máximo para 
o número de trabalhos de treinamento que podem ser executados antes que seu trabalho de 
ajuste seja interrompido. Comece com um número grande e ajuste-o com base no desempenho 
do modelo em relação ao objetivo do seu trabalho de ajuste. A maioria dos usuários insere valores 
de cerca de 50 ou mais trabalhos de treinamento para encontrar uma configuração ideal de 
hiperparâmetros. Os usuários que buscam níveis mais altos de desempenho do modelo usarão
200 ou mais trabalhos de treinamento.

• Use MaxNumberOfTrainingJobsNotImproving no campo BestObjectiveNotImprovingAPI 
para interromper o treinamento se o desempenho do modelo não melhorar após um número 
especificado de trabalhos. O desempenho do modelo é avaliado em relação à função 
objetiva. Depois que MaxNumberOfTrainingJobsNotImproving isso for cumprido, o AMT 
interromperá o trabalho de ajuste. Os trabalhos de ajuste tendem a progredir mais no início 
do trabalho. Melhorar o desempenho do modelo em relação a uma função objetiva exigirá 
um número maior de trabalhos de treinamento no final do ajuste. Selecione um valor para
MaxNumberOfTrainingJobsNotImproving comparando o desempenho de trabalhos de 
treinamento semelhantes em relação à sua métrica objetiva.

• Use MaxRuntimeInSeconds na ResourceLimitsAPI para definir um limite superior para a 
quantidade de tempo de relógio de parede que o trabalho de ajuste pode levar. Use esse campo 
para cumprir um prazo no qual o trabalho de ajuste deve ser concluído ou para limitar os recursos 
de computação.

Para obter um tempo de computação total estimado em segundos para um trabalho de ajuste, use 
a seguinte fórmula:

Tempo máximo estimado de computação em segundos= MaxRuntimeInSeconds *
MaxParallelTrainingJobs * MaxInstancesPerTrainingJob
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Note

A duração real de um trabalho de ajuste pode se desviar ligeiramente do valor especificado 
nesse campo.

• Use TargetObjectiveMetricValue na TuningJobCompletionCriteriaAPI para interromper seu 
trabalho de ajuste. Você interrompe o trabalho de ajuste após qualquer trabalho de treinamento 
iniciado pelo trabalho de ajuste atingir esse valor da métrica objetiva. Use esse campo se seu caso 
de uso depender de atingir um nível de desempenho específico, em vez de gastar recursos de 
computação para encontrar o melhor modelo possível.

• Use CompleteOnConvergence na TuningJobCompletionCriteriaAPI para interromper um 
trabalho de ajuste após a AMT detectar que o trabalho de ajuste convergiu e é improvável que 
faça mais progressos significativos. Use esse campo quando não estiver claro quais valores 
para qualquer um dos outros critérios de preenchimento devem ser usados. O AMT determina a 
convergência com base em um algoritmo desenvolvido e testado em uma ampla variedade de 
benchmarks diversos. Um trabalho de ajuste é definido como tendo convergido quando nenhum 
dos trabalhos de treinamento retorna uma melhoria significativa (1% ou menos). A melhoria 
é medida em relação à métrica objetiva retornada pelo trabalho de melhor desempenho até o 
momento.

Combinando diferentes critérios de conclusão

Você também pode combinar qualquer um dos diferentes critérios de conclusão no mesmo trabalho 
de ajuste. O AMT interromperá o trabalho de ajuste quando qualquer um dos critérios de conclusão 
for atendido. Por exemplo, se você quiser ajustar seu modelo até que ele atinja uma métrica objetiva, 
mas não quiser continuar ajustando se seu trabalho tiver convergido, use a orientação a seguir.

• Especifique TargetObjectiveMetricValue na TuningJobCompletionCriteriaAPI para definir 
um valor de métrica objetivo alvo a ser alcançado.

• CompleteOnConvergenceDefina como Enabled para interromper um trabalho de ajuste se a AMT 
determinar que é improvável que o desempenho do modelo melhore.

Monitore o progresso do trabalho de ajuste

Você pode usar a API DescribeHyperParameterTuningJob para acompanhar o progresso do 
seu trabalho de ajuste a qualquer momento enquanto ele estiver em execução. Você não precisa 
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especificar critérios de conclusão para obter informações de rastreamento para seu trabalho de 
ajuste. Use os campos a seguir para obter estatísticas sobre seu trabalho de ajuste.

• BestTrainingJob— Um objeto que descreve o melhor trabalho de treinamento obtido até agora, 
avaliado em relação à sua métrica objetiva. Use esse campo para verificar o desempenho atual do 
seu modelo e o valor da métrica objetiva desse melhor trabalho de treinamento.

• ObjectiveStatusCounters— Um objeto que especifica o número total de trabalhos de treinamento 
concluídos em um trabalho de ajuste. Para estimar a duração média de um trabalho de ajuste, use
ObjectiveStatusCounters e o tempo total de execução de um trabalho de ajuste. Você pode 
usar a duração média para estimar por quanto tempo seu trabalho de ajuste será executado.

• ConsumedResources - O total de recursos, por exemplo o RunTimeInSeconds, 
consumidos pelo seu trabalho de ajuste. CompareConsumedResources, encontrado 
na DescribeHyperParameterTuningJob API, com BestTrainingJob o da mesma 
API. Você também pode ConsumedResources comparar com a resposta da
ListTrainingJobsForHyperParameterTuningJob API para avaliar se seu trabalho de ajuste está 
progredindo de forma satisfatória, considerando os recursos que estão sendo consumidos.

• TuningJobCompletionDetails— Ajustar as informações de conclusão do trabalho que incluem o 
seguinte:

• O timestamp de quando a convergência é detectada se a tarefa tiver convergido.

• O número de trabalhos de treinamento que não melhoraram o desempenho do modelo. O 
desempenho do modelo é avaliado em relação à métrica objetiva do melhor trabalho de 
treinamento.

Use os critérios de conclusão do trabalho de ajuste para avaliar a probabilidade de seu trabalho 
de ajuste melhorar o desempenho do modelo. O desempenho do modelo é avaliado em relação à 
melhor métrica objetiva se for executado até a conclusão.

Interrompendo seu trabalho de ajuste manualmente

Você pode determinar se deve deixar o trabalho de ajuste ser executado até que seja concluído ou 
se deve interromper o trabalho de ajuste manualmente. Para determinar isso, use as informações 
retornadas pelos parâmetros na API DescribeHyperParameterTuningJob, conforme mostrado 
na seção anterior Rastreando o progresso do trabalho de ajuste. Por exemplo, se o desempenho do 
seu modelo não melhorar após a conclusão de vários trabalhos de treinamento, você pode optar por 
interromper o trabalho de ajuste. O desempenho do modelo é avaliado em relação à melhor métrica 
objetiva.
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Para interromper o trabalho de ajuste manualmente, use a StopHyperParameterTuningJobAPI e 
forneça o nome do trabalho de ajuste a ser interrompido.

Ajustar vários algoritmos com otimização de hiperparâmetros para 
encontrar o melhor modelo

Para criar um novo trabalho de otimização de hiperparâmetros (HPO) com a Amazon SageMaker 
que ajuste vários algoritmos, você deve fornecer configurações de trabalho que se apliquem a todos 
os algoritmos a serem testados e uma definição de treinamento para cada um desses algoritmos. 
Também é necessário especificar os recursos que deseja usar para o trabalho de ajuste.

• As configurações de trabalho a serem definidas incluem partida a quente, parada antecipada e a 
estratégia de ajuste. Os recursos de inicialização a quente e interrupção precoce estão disponíveis 
somente ao ajustar um único algoritmo.

• A definição do trabalho de treinamento para especificar o nome, a fonte do algoritmo, a métrica 
do objetivo e o intervalo de valores, quando necessário, para configurar o conjunto de valores 
de hiperparâmetros para cada trabalho de treinamento. Ele configura os canais para entradas 
de dados, locais de saída de dados e quaisquer locais de armazenamento de pontos de 
verificação para cada trabalho de treinamento. A definição também configura os recursos a 
serem implantados em cada trabalho de treinamento, incluindo tipos e contagens de instâncias, 
treinamento pontual gerenciado e condições de parada.

• Os recursos do trabalho de ajuste: a serem implantados, incluindo o número máximo de trabalhos 
de treinamento simultâneos que um trabalho de ajuste de hiperparâmetros pode executar 
simultaneamente e o número máximo de trabalhos de treinamento que o trabalho de ajuste de 
hiperparâmetros pode executar.

Conceitos básicos

Você pode criar um novo trabalho de ajuste de hiperparâmetros, clonar um trabalho, adicionar ou 
editar tags de um trabalho no console. Você também pode usar a função de busca para encontrar 
trabalhos pelo nome, horário de criação ou status. Como alternativa, você também pode fazer 
trabalhos de ajuste de hiperparâmetros com a SageMaker API.

• No console: Para criar um novo trabalho, abra o SageMaker console da Amazon em https:// 
console.aws.amazon.com/sagemaker/, escolha Trabalhos de ajuste de hiperparâmetros no menu
Treinamento e, em seguida, escolha Criar trabalho de ajuste de hiperparâmetros. Em seguida, 
siga as etapas de configuração para criar um trabalho de treinamento para cada algoritmo que 
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você deseja usar. Essas etapas estão documentadas no tópico do Criar um trabalho de ajuste de 
otimização de hiperparâmetros para um ou mais algoritmos (console).

Note

Ao iniciar as etapas de configuração, observe que as funcionalidades de inicialização 
rápida (warm start) e interrupção antecipada não estão disponíveis para uso com HPO 
de vários algoritmos. Se você quiser usar esses recursos, só poderá ajustar um único 
algoritmo por vez.

• Com a API: para obter instruções sobre como usar a SageMaker API para criar um trabalho de 
ajuste de hiperparâmetros, consulte Exemplo: Trabalho de ajuste de hiperparâmetros. Ao ligar
CreateHyperParameterTuningJobpara ajustar vários algoritmos, você deve fornecer uma 
lista de definições de treinamento usando, TrainingJobDefinitionsem vez de especificar 
uma única TrainingJobDefinition. Você deve fornecer configurações de trabalho que se apliquem 
a todos os algoritmos a serem testados e uma definição de treinamento para cada um desses 
algoritmos. Você também deve especificar os recursos que deseja utilizar para o trabalho de 
ajuste. Escolha somente um desses tipos de definição, dependendo do número de algoritmos que 
estão sendo ajustados.

Tópicos

• Criar um trabalho de ajuste de otimização de hiperparâmetros para um ou mais algoritmos 
(console)

• Gerenciar trabalhos de treinamento e ajuste de hiperparâmetros

Criar um trabalho de ajuste de otimização de hiperparâmetros para um ou mais 
algoritmos (console)

Este guia mostra como criar um novo trabalho de ajuste de otimização de hiperparâmetros (HPO) 
para um ou mais algoritmos. Para criar uma tarefa de HPO, defina as configurações da tarefa de 
ajuste e crie definições da tarefa de treinamento para cada algoritmo que está sendo ajustado. Em 
seguida, configure os recursos e crie o trabalho de ajuste. As seguintes seções fornecem detalhes 
sobre como concluir cada etapa. Fornecemos um exemplo de como ajustar vários algoritmos usando 
o SageMaker SDK for Python client no final deste guia.
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Componentes de um trabalho de ajuste

Um trabalho de ajuste de HPO contém os três componentes a seguir:

• Configurações do trabalho de ajuste

• Definições de tarefa de treinamento

• Ajuste de configuração do trabalho

A forma como esses componentes são incluídos em seu trabalho de ajuste de HPO depende se seu 
trabalho de ajuste contém um ou vários algoritmos de treinamento. O guia a seguir descreve cada 
um dos componentes e fornece um exemplo dos dois tipos de trabalhos de ajuste.

Configurações do trabalho de ajuste

As configurações do trabalho de ajuste são aplicadas em todos os algoritmos no trabalho de ajuste 
de HPO. Os recursos de inicialização a quente e interrupção precoce estão disponíveis somente 
quando você ajusta um único algoritmo. Depois de definir as configurações de trabalho, você pode 
criar definições de treinamento individuais para cada algoritmo ou variação que deseja ajustar.

Início a quente

Se você clonou este trabalho, pode usar os resultados de um trabalho de ajuste anterior para 
melhorar o desempenho deste novo trabalho de ajuste. Esse é o recurso de inicialização a quente 
e só está disponível ao ajustar um único algoritmo. Com a opção de partida a quente, você pode 
escolher até cinco trabalhos anteriores de ajuste de hiperparâmetros para usar. Como alternativa, 
você pode usar o aprendizado por transferência para adicionar dados adicionais ao trabalho de 
ajuste principal. Ao selecionar essa opção, você escolhe um trabalho de ajuste anterior como pai.

Note

A inicialização rápida é compatível apenas com trabalhos de ajuste criados após 1º 
de outubro de 2018. Para obter mais informações, consulte Executar um trabalho de 
inicialização a quente.

Interrupção antecipada

Para reduzir o tempo de computação e evitar a sobreajustagem do modelo, você pode interromper 
os trabalhos de treinamento antecipadamente. A interrupção antecipada é útil quando o trabalho de 
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treinamento é improvável de melhorar a métrica objetiva atualmente melhor no trabalho de ajuste de 
hiperparâmetros. Como a inicialização a quente, esse recurso só está disponível ao ajustar um único 
algoritmo. Esse é um recurso automático sem opções de configuração e está desativado por padrão. 
Para obter mais informações sobre como a interrupção antecipada funciona, os algoritmos que a 
suportam e como usá-la com seus próprios algoritmos, consulte Parar trabalhos de treinamento 
antecipadamente.

Estratégia de ajuste

A estratégia de ajuste pode ser aleatória ou bayesiana ou Hyperband. Essas seleções especificam 
como os algoritmos de ajuste automático pesquisam intervalos de hiperparâmetros especificados 
que são selecionados em uma etapa posterior. A pesquisa aleatória escolhe combinações aleatórias 
de valores dos intervalos especificados e pode ser executada sequencialmente ou em paralelo. A 
otimização bayesiana escolhe valores com base na probabilidade de obter o melhor resultado de 
acordo com o histórico conhecido de seleções anteriores. O Hyperband utiliza uma estratégia de 
múltipla fidelidade que aloca dinamicamente recursos para trabalhos bem utilizados e interrompe 
automaticamente aqueles que têm desempenho inferior. A nova configuração que começa após a 
interrupção de outras configurações é escolhida aleatoriamente.

O Hyperband pode ser usado apenas com algoritmos iterativos, ou seja, algoritmos que executam 
etapas em iterações, como XGBoost ou Random Cut Forest. O Hyperband não pode ser usado 
com algoritmos não iterativos, como árvores de decisão ou k-Nearest Neighbors. Para obter mais 
informações sobre estratégias, consulte Como funciona o ajuste de hiperparâmetros.

Note

Hyperband usa um mecanismo interno avançado para aplicar a interrupção antecipada. 
Portanto, quando você usa o recurso Hyperband interno de parada antecipada, o parâmetro
TrainingJobEarlyStoppingType na API HyperParameterTuningJobConfig deve 
ser definido como OFF.

Tags

Para ajudá-lo a gerenciar os trabalhos de ajuste, você pode inserir tags como pares de valores-
chave para atribuir metadados aos trabalhos de ajuste. Os valores do par de chave/valor não são 
obrigatórios. Você pode usar a chave sem valores. Para ver as chaves associadas a um trabalho, 
escolha a guia Tags na página de detalhes do trabalho de ajuste. Para obter mais informações sobre 
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como usar tags para trabalhos de ajuste, consulte Gerenciar trabalhos de treinamento e ajuste de 
hiperparâmetros.

Definições de tarefa de treinamento

Para criar uma definição de trabalho de treinamento, você deve configurar o algoritmo e os 
parâmetros, definir a entrada e a saída de dados e configurar os recursos. Forneça pelo menos um
TrainingJobDefinition para cada trabalho de ajuste do HPO. Cada definição de treinamento 
especifica a configuração de um algoritmo.

Para criar várias definições para a tarefa de treinamento, é possível clonar uma definição. A 
clonagem de uma tarefa pode economizar tempo porque copia todas as configurações da tarefa, 
incluindo canais de dados e locais de armazenamento do Amazon S3 para artefatos de saída. Você 
pode editar um trabalho clonado para alterar o que você precisa para seu caso de uso.

Tópicos

• Configurar algoritmo e parâmetros

• Definir entrada e saída de dados

• Configurar recursos de trabalho de treinamento

• Adicionar ou clonar um trabalho de treinamento

Configurar algoritmo e parâmetros

A lista a seguir descreve o que você precisa para configurar o conjunto de valores de 
hiperparâmetros para cada trabalho de treinamento.

• Um nome para o seu trabalho de ajuste

• Permissão para acessar serviços

• Parâmetros para qualquer opção de algoritmo

• Uma métrica objetiva

• A faixa de valores de hiperparâmetros, quando necessário

Nome

Forneça um nome exclusivo para a definição de treinamento.

Permissões
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A Amazon SageMaker exige permissões para ligar para outros serviços em seu nome. Escolha uma 
função do IAM AWS Identity and Access Management ou permita que AWS crie uma função com a 
política do IAM AmazonSageMakerFullAccess anexada.

Configurações de segurança opcionais

A configuração de isolamento de rede impede que o contêiner faça qualquer chamada de rede de 
saída. Isso é necessário para ofertas de machine learning do AWS Marketplace.

Você também pode escolher usar uma nuvem privada virtual (VPC).

Note

A criptografia entre contêineres está disponível apenas ao criar uma definição de trabalho por 
meio da API.

Opções do algoritmo

Você pode escolher entre algoritmos integrados, seu próprio algoritmo, seu próprio contêiner com um 
algoritmo, ou pode assinar um algoritmo do AWS Marketplace.

• Se você escolher um algoritmo integrado, ele terá as informações de imagem do Amazon Elastic 
Container Registry (Amazon ECR) pré-preenchidas.

• Se você escolher seu próprio contêiner, é necessário especificar as informações da imagem 
(Amazon ECR). Você pode selecionar o modo de entrada para o algoritmo como File ou Pipe.

• Se você planeja fornecer seus dados usando um arquivo CSV do Amazon S3, selecione o arquivo.

Indicadores

Quando você escolhe um algoritmo integrado, as métricas são fornecidas para você. Se você 
escolher seu próprio algoritmo, é necessário definir suas métricas. Você pode definir até 20 métricas 
para o seu trabalho de ajuste monitorar. Você deve escolher uma métrica como métrica objetiva. 
Para obter mais informações sobre como definir uma métrica para um trabalho de ajuste, consulte
Definir métricas.

Métrica objetiva

Para encontrar o melhor trabalho de treinamento, defina uma métrica objetiva e se deve maximizá-la 
ou minimizá-la. Depois que o trabalho de treinamento for concluído, você poderá visualizar a página 
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de detalhes do trabalho de ajuste. A página de detalhes fornece um resumo do melhor trabalho de 
treinamento encontrado usando essa métrica objetiva.

Configuração do hiperparâmetro

Quando você escolhe um algoritmo integrado, os valores padrão para seus hiperparâmetros são 
definidos para você, utilizando intervalos otimizados para o algoritmo que está sendo ajustado. É 
possível alterar esses valores conforme achar adequado. Por exemplo, em vez de um intervalo, você 
pode definir um valor fixo para um hiperparâmetro configurando o tipo do parâmetro como estático. 
Cada algoritmo tem diferentes parâmetros obrigatórios e opcionais. Para obter mais informações, 
consulte Práticas recomendadas para ajuste de hiperparâmetros e definição de intervalos de 
hiperparâmetros.

Definir entrada e saída de dados

Cada definição de trabalho de treinamento para um trabalho de sintonia deve configurar os canais 
para as entradas de dados, os locais de saída de dados e, opcionalmente, quaisquer locais de 
armazenamento de pontos de verificação para cada trabalho de treinamento.

Configuração dos dados de entrada

Os dados de entrada são definidos por canais. Cada canal possui sua própria local de origem 
(Amazon S3 ou Amazon Elastic File System), opções de compressão e formato. É possível definir 
até 20 canais de fontes de entrada. Se o algoritmo que você escolheu suporta vários canais 
de entrada, você também pode especificá-los. Por exemplo, ao usar o caderno de predição de 
fragmentos do XGBoost, você pode adicionar dois canais: treino e validação.

Configuração do ponto de verificação

Os pontos de verificação são gerados periodicamente durante o treinamento. Para que os pontos 
de verificação sejam salvos, você deve escolher um local no Amazon S3. Os pontos de verificação 
são usados nos relatórios de métricas e também são usados para retomar trabalhos de treinamento 
gerenciado de spots. Para ter mais informações, consulte Use pontos de verificação no Amazon 
SageMaker.

Configuração dos dados de saída

Defina uma localização no Amazon S3 para armazenar os artefatos do trabalho de treinamento. 
Você tem a opção de adicionar criptografia à saída usando uma chave AWS Key Management 
Service (AWS KMS).
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Configurar recursos de trabalho de treinamento

Cada definição de trabalho de treinamento para um trabalho de sintonia deve configurar os recursos 
para implantação, incluindo tipos e contagens de instâncias, treinamento em instâncias Spot 
gerenciadas e condições de interrupção.

Configuração de recursos

Cada definição de treinamento pode ter uma configuração de recurso diferente. Escolha o tipo de 
instância e o número de nós.

Treinamento de spot gerenciado

Você pode economizar custos de computador para trabalhos se tiver flexibilidade nos horários de 
início e término, permitindo SageMaker o uso de capacidade disponível para executar trabalhos. 
Para ter mais informações, consulte Use o treinamento local gerenciado na Amazon SageMaker.

Condição de interrupção

A condição de interrupção especifica a duração máxima permitida para cada tarefa de treinamento.

Adicionar ou clonar um trabalho de treinamento

Depois de criar uma definição de tarefa de treinamento para um trabalho de ajuste, você retornará 
ao painel Definição de tarefa de treinamento (s). Esse painel é onde você pode criar definições 
adicionais de tarefas de treinamento para treinar algoritmos adicionais. Você pode selecionar a
definição Adicionar tarefa de treinamento e seguir as etapas para definir uma tarefa de treinamento 
novamente.

Como alternativa, para replicar uma definição de tarefa de treinamento existente e editá-la para 
o novo algoritmo, escolha Clonar no menu Ação. A opção de clonagem pode economizar tempo 
porque copia todas as configurações do tarefa, incluindo os canais de dados e os locais de 
armazenamento do Amazon S3. Para obter mais informações sobre clonagem, consulte Gerenciar 
trabalhos de treinamento e ajuste de hiperparâmetros.

Configuração do trabalho de ajuste

Limites de recurso

Você pode especificar o número máximo de trabalhos de treinamento simultâneos que um trabalho 
de ajuste de hiperparâmetros pode executar simultaneamente (10 no máximo). Você também 
pode especificar o número máximo de trabalhos de treinamento que o trabalho de sintonia de 
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hiperparâmetros pode executar (no máximo 500). O número de trabalhos paralelos não deve 
exceder o número de nós que você solicitou em todas as definições de treinamento. O número total 
de trabalhos não pode exceder o número de trabalhos que as definições devem executar.

Revise as configurações do trabalho, as definições do trabalho de treinamento e os limites de 
recursos. Em seguida, selecione Criar trabalho de ajuste de hiperparâmetros.

Exemplo de trabalho de ajuste de HPO

Para executar um trabalho de treinamento de otimização de hiperparâmetros (HPO), primeiro crie 
uma definição de trabalho de treinamento para cada algoritmo que está sendo ajustado. Em seguida, 
defina as configurações do trabalho de ajuste e configure os recursos para o trabalho de ajuste. Por 
fim, execute o trabalho de ajuste.

Se seu trabalho de ajuste do HPO contiver um único algoritmo de treinamento, a função de 
SageMaker ajuste chamará a HyperparameterTuner API diretamente e transmitirá seus 
parâmetros. Se seu trabalho de ajuste do HPO conter vários algoritmos de treinamento, sua função 
de ajuste chamará a create função da API HyperparameterTuner. A função create diz à API 
que espere um dicionário contendo um ou mais estimadores.

Na seção a seguir, exemplos de código mostram como ajustar um trabalho contendo um único 
algoritmo de treinamento ou vários algoritmos usando SageMaker Python SDK o.

Criar definições de trabalho de treinamento

Quando você cria um trabalho de ajuste que inclui vários algoritmos de treinamento, a configuração 
do trabalho de ajuste incluirá os estimadores, as métricas e outros parâmetros para seus trabalhos 
de treinamento. Portanto, você precisa primeiro criar a definição do trabalho de treinamento e, em 
seguida, configurar seu trabalho de ajuste.

O exemplo de código a seguir mostra como recuperar dois SageMaker contêineres contendo os 
algoritmos integrados XGBooste. Linear Learner Se seu trabalho de ajuste conter somente um 
algoritmo de treinamento, omita um dos contêineres e um dos estimadores.

import sagemaker
from sagemaker import image_uris

from sagemaker.estimator import Estimator

sess = sagemaker.Session()
region = sess.boto_region_name
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role = sagemaker.get_execution_role()

bucket = sess.default_bucket()
prefix = "sagemaker/multi-algo-hpo"

# Define the training containers and intialize the estimators
xgb_container = image_uris.retrieve("xgboost", region, "latest")
ll_container = image_uris.retrieve("linear-learner", region, "latest")

xgb_estimator = Estimator( 
    xgb_container, 
    role=role, 
    instance_count=1, 
    instance_type="ml.m4.xlarge", 
    output_path='s3://{}/{}/xgb_output".format(bucket, prefix)', 
    sagemaker_session=sess,
)

ll_estimator = Estimator( 
    ll_container, 
    role, 
    instance_count=1, 
    instance_type="ml.c4.xlarge", 
    output_path="s3://{}/{}/ll_output".format(bucket, prefix), 
    sagemaker_session=sess,
)

# Set static hyperparameters
ll_estimator.set_hyperparameters(predictor_type="binary_classifier")
xgb_estimator.set_hyperparameters( 
    eval_metric="auc", 
    objective="binary:logistic", 
    num_round=100, 
    rate_drop=0.3, 
    tweedie_variance_power=1.4,
)

Em seguida, defina seus dados de entrada especificando os conjuntos de dados de treinamento, 
validação e teste, conforme mostrado no exemplo de código a seguir. Este exemplo mostra como 
ajustar vários algoritmos de treinamento.

training_data = sagemaker.inputs.TrainingInput( 
    s3_data="s3://{}/{}/train".format(bucket, prefix), content_type="csv"
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)
validation_data = sagemaker.inputs.TrainingInput( 
    s3_data="s3://{}/{}/validate".format(bucket, prefix), content_type="csv"
)
test_data = sagemaker.inputs.TrainingInput( 
    s3_data="s3://{}/{}/test".format(bucket, prefix), content_type="csv"
)

train_inputs = { 
    "estimator-1": { 
        "train": training_data, 
        "validation": validation_data, 
        "test": test_data, 
    }, 
    "estimator-2": { 
        "train": training_data, 
        "validation": validation_data, 
        "test": test_data, 
    },
}

Se seu algoritmo de ajuste contém somente um algoritmo de treinamento, su train_inputs deve 
conter somente um estimador.

Você deve fazer o upload das entradas para os conjuntos de dados de treinamento, validação e 
treinamento em seu bucket do Amazon S3 antes de usá-las em um trabalho de ajuste de HPO.

Definir recursos e configurações para seu trabalho de ajuste

Esta seção mostra como inicializar um sintonizador, definir recursos e especificar configurações 
de trabalho para seu trabalho de ajuste. Se seu trabalho de ajuste conter vários algoritmos de 
treinamento, essas configurações serão aplicadas a todos os algoritmos contidos em sua trabalho 
de ajuste. Esta seção fornece dois exemplos de código para definir um sintonizador. Os exemplos de 
código mostram como otimizar um único algoritmo de treinamento seguido por um exemplo de como 
ajustar vários algoritmos de treinamento.

Ajustar um único algoritmo de treinamento

O exemplo de código a seguir mostra como inicializar um sintonizador e definir intervalos de 
hiperparâmetros para um algoritmo SageMaker integrado,. XGBoost

from sagemaker.tuner import HyperparameterTuner
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from sagemaker.parameter import ContinuousParameter, IntegerParameter

hyperparameter_ranges = { 
    "max_depth": IntegerParameter(1, 10), 
    "eta": ContinuousParameter(0.1, 0.3),
}

objective_metric_name = "validation:accuracy"

tuner = HyperparameterTuner( 
    xgb_estimator, 
    objective_metric_name, 
    hyperparameter_ranges, 
    objective_type="Maximize", 
    max_jobs=5, 
    max_parallel_jobs=2,
)        

Ajustar vários algoritmos de treinamento

Cada trabalho de treinamento requer configurações diferentes, e elas são especificadas usando 
um dicionário. O exemplo de código a seguir mostra como inicializar um sintonizador com 
configurações para dois algoritmos SageMaker integrados e. XGBoost Linear Learner O exemplo 
de código também mostra como definir uma estratégia de ajuste e outras configurações do trabalho, 
como os recursos de computação para o trabalho de ajuste. O exemplo de código a seguir usa
metric_definitions_dict, o que é opcional.

from sagemaker.tuner import HyperparameterTuner
from sagemaker.parameter import ContinuousParameter, IntegerParameter

# Initialize your tuner
tuner = HyperparameterTuner.create( 
    estimator_dict={ 
        "estimator-1": xgb_estimator, 
        "estimator-2": ll_estimator, 
    }, 
    objective_metric_name_dict={ 
        "estimator-1": "validation:auc", 
        "estimator-2": "test:binary_classification_accuracy", 
    }, 
    hyperparameter_ranges_dict={ 
        "estimator-1": {"eta": ContinuousParameter(0.1, 0.3)}, 
        "estimator-2": {"learning_rate": ContinuousParameter(0.1, 0.3)}, 
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    }, 
    metric_definitions_dict={ 
        "estimator-1": [ 
            {"Name": "validation:auc", "Regex": "Overall test accuracy: (.*?);"} 
        ], 
        "estimator-2": [ 
            { 
                "Name": "test:binary_classification_accuracy", 
                "Regex": "Overall test accuracy: (.*?);", 
            } 
        ], 
    }, 
    strategy="Bayesian", 
    max_jobs=10, 
    max_parallel_jobs=3,
)           

Executar seu trabalho de ajuste de HPO

Agora você pode executar seu trabalho de ajuste passando suas entradas de treinamento para a 
função fit da classe HyperparameterTuner. O exemplo de código a seguir mostra como passar 
o parâmetro train_inputs, definido em um exemplo de código anterior, para seu sintonizador.

tuner.fit(inputs=train_inputs, include_cls_metadata ={}, estimator_kwargs ={})    

Gerenciar trabalhos de treinamento e ajuste de hiperparâmetros

Um trabalho de ajuste pode conter muitos trabalhos de treinamento e criar e gerenciar esses 
trabalhos e suas definições pode se tornar uma tarefa complexa e onerosa. SageMaker fornece 
ferramentas para ajudar a facilitar o gerenciamento desses trabalhos. Os trabalhos de ajuste 
que você executou podem ser acessados no SageMaker console da Amazon em https:// 
console.aws.amazon.com/sagemaker/. Selecione Trabalho de ajuste de hiperparâmetros no menu
Treinamento para ver a lista. Essa página também é onde você inicia o procedimento para criar um 
novo trabalho de ajuste selecionando Criar trabalho de ajuste de hiperparâmetros.

Para ver os trabalhos de treinamento serem executados como parte de um trabalho de ajuste, 
selecione um dos trabalhos de ajuste de hiperparâmetros na lista. As guias na página do trabalho 
de ajuste permitem que você inspecione os trabalhos de treinamento, suas definições, as tags e 
configurações usadas para o trabalho de ajuste, e o melhor trabalho de treinamento encontrado 
durante o ajuste. Você pode selecionar o melhor trabalho de treinamento ou qualquer outro trabalho 
de treinamento que pertença ao trabalho de ajuste para ver todas as configurações. A partir daqui, 
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você pode criar um modelo que usa os valores de hiperparâmetros encontrados por um trabalho de 
treinamento selecionando Criar modelo ou clonar o trabalho de treinamento selecionando Clonar.

Clonagem

Você pode economizar tempo clonando um trabalho de treinamento que pertence a um trabalho 
de ajuste de hiperparâmetros. A clonagem copia todas as configurações do trabalho, incluindo 
canais de dados, locais de armazenamento S3 para artefatos de saída. Você pode fazer isso para 
os trabalhos de treinamento que já foram executados a partir da página do trabalho de sintonia, 
conforme descrito anteriormente, ou ao criar definições adicionais de trabalho de treinamento ao criar 
um trabalho de sintonia de hiperparâmetros, como descrito na etapa Adicionar ou clonar um trabalho 
de treinamento desse procedimento.

Tags

O ajuste automático de modelos inicia vários trabalhos de treinamento em um único trabalho 
de ajuste principal para descobrir a ponderação ideal dos hiperparâmetros do modelo. As tags 
podem ser adicionadas ao trabalho de ajuste principal, conforme descrito na seção Componentes 
de um trabalho de ajuste, e essas tags são então propagadas para os trabalhos de treinamento 
individuais abaixo. Os clientes podem usar essas tags para fins como alocação de custos ou controle 
de acesso. Para adicionar tags usando o SageMaker SDK, use a AddTagsAPI. Para obter mais 
informações sobre o uso de tags para recursos do AWS, consulte Marcação de recursos do AWS.

Exemplo: trabalho de ajuste de hiperparâmetros

Este exemplo mostra como criar um novo bloco de anotações para configurar e executar um trabalho 
de ajuste de hiperparâmetros. O trabalho de ajuste usa o Algoritmo XGBoost para treinar um modelo 
a fim de prever se um cliente se inscreverá para um depósito a prazo em um banco após ser 
contatado por telefone.

Você utiliza o SDK de baixo nível para Python (Boto3) para configurar e iniciar o trabalho de ajuste 
de hiperparâmetros, e o AWS Management Console para monitorar o status dos trabalhos de ajuste 
de hiperparâmetros. Você também pode usar o Amazon  SageMaker Python SDK SageMaker 
de alto nível da Amazon para configurar, executar, monitorar e analisar trabalhos de ajuste de 
hiperparâmetros. Para obter mais informações, consulte https://github.com/aws/ sagemaker-python-
sdk.

Pré-requisitos

Para executar o código neste exemplo, você precisa do seguinte:
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• Uma conta da AWS e um usuário administrador

• Um bucket do Amazon S3 para armazenar seu conjunto de dados de treinamento e os artefatos do 
modelo criados durante o treinamento

• Uma instância de SageMaker notebook em execução

Tópicos

• Criar uma instância de caderno

• Obtenha o cliente Amazon SageMaker Boot 3

• Obtenha a função SageMaker de execução

• Use um bucket do Amazon S3 para entrada e saída

• Fazer download, preparar e fazer upload de dados de treinamento

• Configurar e executar um trabalho de ajuste de hiperparâmetros

• Limpeza

Criar uma instância de caderno

Crie um bloco de anotações Jupyter que contenha um ambiente pré-instalado com a instalação 
padrão do Anaconda e Python 3.

Para criar um bloco de anotações Jupyter

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Abra uma instância de bloco de anotações em execução escolhendo Open (Abrir) ao lado do 
nome. A página do servidor de bloco de anotações Jupyter é exibida:

3. Para criar um bloco de anotações, escolha Files (Arquivos), New (Novo), e conda_python3. .

4. Nomeie o bloco de anotações.
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Próxima etapa

Obtenha o cliente Amazon SageMaker Boot 3

Obtenha o cliente Amazon SageMaker Boot 3

Importe o Amazon SageMaker Python SDK e outras AWS SDK for Python (Boto3) bibliotecas 
Python. Em um novo caderno Jupyter, cole o seguinte código na primeira célula:

import sagemaker
import boto3

import numpy as np                                # For performing matrix operations 
 and numerical processing
import pandas as pd                               # For manipulating tabular data
from time import gmtime, strftime
import os

region = boto3.Session().region_name
smclient = boto3.Session().client('sagemaker')

A célula de código anterior define region smclient os objetos que você usará para chamar o 
algoritmo XGBoost integrado e definir o trabalho de ajuste de SageMaker hiperparâmetros.

Próxima etapa

Obtenha a função SageMaker de execução

Obtenha a função SageMaker de execução

Obtenha a função de execução para a instância de bloco de anotações. Esta é a função do IAM que 
você criou quando criou sua instância de cadernos.

Para encontrar o ARN do perfil de execução do IAM anexado a uma instância de caderno:

1. Abra o console IAM em https://console.aws.amazon.com/iam/.

2. No painel de navegação à esquerda, escolha Cadernos e, em seguida, Instâncias de caderno.

3. Na lista de cadernos, selecione o caderno que deseja visualizar.

4. O ARN está na seção Permissões e criptografia.
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Como alternativa, os usuários do Amazon SageMaker Python SDK podem recuperar o ARN da 
função de execução anexada ao seu perfil de usuário ou a uma instância do notebook executando o 
seguinte código:

from sagemaker import get_execution_role

role = get_execution_role()
print(role)

Para obter mais informações sobre o uso get_execution_role no SDK do Amazon SageMaker 
Python, consulte Sessão. Para obter mais informações sobre funções, consulte SageMaker Funções.

Próxima etapa

Use um bucket do Amazon S3 para entrada e saída

Use um bucket do Amazon S3 para entrada e saída

Defina um bucket S3 para fazer upload de conjuntos de dados de treinamento e salvar os dados de 
saída de treinamento para seu trabalho de ajuste de hiperparâmetros.

Para usar um bucket S3 padrão

Use o código a seguir para especificar o bucket padrão do S3 alocado para sua SageMaker sessão.
prefixé o caminho dentro do bucket em que SageMaker armazena os dados do trabalho de 
treinamento atual.

sess = sagemaker.Session()
bucket = sess.default_bucket() # Set a default S3 bucket
prefix = 'DEMO-automatic-model-tuning-xgboost-dm'

Para usar um bucket S3 específico (opcional)

Se você deseja usar um bucket S3 específico, utilize o seguinte código e substitua as strings pelo 
nome exato do bucket S3. O nome do bucket deve conter sagemaker e ser globalmente exclusivo. 
O bucket deve estar na mesma região AWS que a instância de cadernos que você está usando para 
este exemplo.

bucket = "sagemaker-your-preferred-s3-bucket"
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sess = sagemaker.Session( 
    default_bucket = bucket
)

Note

O nome do bucket não precisa conter sagemaker se a função do IAM que você usa para 
executar o trabalho de ajuste de hiperparâmetros tiver uma política que concede permissão 
para S3FullAccess.

Próxima etapa

Fazer download, preparar e fazer upload de dados de treinamento

Fazer download, preparar e fazer upload de dados de treinamento

Para este exemplo, você usa um conjunto de dados de treinamento de informações sobre clientes 
do banco que inclui o cargo do cliente, o estado civil e como ele foi contatado durante a campanha 
de marketing direto do banco. Para usar um conjunto de dados em um trabalho de ajuste de 
hiperparâmetros, você o baixa, transforma os dados e, em seguida, o carrega em um bucket do 
Amazon S3.

Para obter mais informações sobre o conjunto de dados e a transformação de dados que o exemplo 
executa, consulte o notebook HPO_XGBoost_Direct_Marketing_SageMaker_APIs na seção Ajuste de 
hiperparâmetros da guia Exemplos em sua instância do notebook. SageMaker

Fazer download do conjunto de dados de treinamento e explorá-lo

Para fazer download do conjunto de dados e explorá-lo, execute o seguinte código no seu bloco de 
anotações:

!wget -N https://archive.ics.uci.edu/ml/machine-learning-databases/00222/bank-
additional.zip
!unzip -o bank-additional.zip
data = pd.read_csv('./bank-additional/bank-additional-full.csv', sep=';')
pd.set_option('display.max_columns', 500)     # Make sure we can see all of the columns
pd.set_option('display.max_rows', 5)         # Keep the output on one page
data
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Preparar e fazer o upload de dados

Antes de criar o trabalho de ajuste de hiperparâmetros, prepare os dados e carregue-os em um 
bucket do S3 no qual esse trabalho possa acessá-los.

Execute o seguinte código no seu bloco de anotações:

data['no_previous_contact'] = np.where(data['pdays'] == 999, 1, 0)                      
            # Indicator variable to capture when pdays takes a value of 999
data['not_working'] = np.where(np.in1d(data['job'], ['student', 'retired', 
 'unemployed']), 1, 0)   # Indicator for individuals not actively employed
model_data = pd.get_dummies(data)                                                       
            # Convert categorical variables to sets of indicators
model_data
model_data = model_data.drop(['duration', 'emp.var.rate', 'cons.price.idx', 
 'cons.conf.idx', 'euribor3m', 'nr.employed'], axis=1)

train_data, validation_data, test_data = np.split(model_data.sample(frac=1, 
 random_state=1729), [int(0.7 * len(model_data)), int(0.9*len(model_data))])

pd.concat([train_data['y_yes'], train_data.drop(['y_no', 'y_yes'], axis=1)], 
 axis=1).to_csv('train.csv', index=False, header=False)
pd.concat([validation_data['y_yes'], validation_data.drop(['y_no', 'y_yes'], axis=1)], 
 axis=1).to_csv('validation.csv', index=False, header=False)
pd.concat([test_data['y_yes'], test_data.drop(['y_no', 'y_yes'], axis=1)], 
 axis=1).to_csv('test.csv', index=False, header=False)

boto3.Session().resource('s3').Bucket(bucket).Object(os.path.join(prefix, 'train/
train.csv')).upload_file('train.csv')
boto3.Session().resource('s3').Bucket(bucket).Object(os.path.join(prefix, 'validation/
validation.csv')).upload_file('validation.csv')

Próxima etapa

Configurar e executar um trabalho de ajuste de hiperparâmetros

Configurar e executar um trabalho de ajuste de hiperparâmetros

Um hiperparâmetro é um parâmetro de alto nível que influencia o processo de aprendizado durante 
o treinamento de modelos. Para obter as melhores previsões do modelo, você pode otimizar uma 
configuração de hiperparâmetros ou definir valores de hiperparâmetros. O processo de encontrar 
uma configuração ideal é chamado de ajuste de hiperparâmetros. Para configurar e executar um 
trabalho de ajuste de hiperparâmetros, conclua as etapas nestas orientações.
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Tópicos

• Configurações do trabalho de ajuste de hiperparâmetros

• Configurar os trabalhos de treinamento

• Nomear e executar o trabalho de ajuste de hiperparâmetros

• Monitorar o andamento de um trabalho de ajuste de hiperparâmetros

• Exibir o status dos trabalhos de treinamento

• Visualizar o melhor trabalho de treinamento

Configurações do trabalho de ajuste de hiperparâmetros

Para especificar configurações para o trabalho de ajuste de hiperparâmetros, defina um objeto 
JSON ao criar o trabalho de ajuste. Passe esse objeto JSON como o valor do parãmetro
HyperParameterTuningJobConfig para a API CreateHyperParameterTuningJob.

Nesse objeto JSON, especifique o seguinte:

Neste objeto JSON, especifique:

• HyperParameterTuningJobObjective - A métrica objetiva usada para avaliar o desempenho 
do trabalho de treinamento lançado pelo trabalho de ajuste de hiperparâmetros.

• ParameterRanges - A faixa de valores que um hiperparâmetro ajustável pode usar durante a 
otimização. Para obter mais informações, consulte Definir intervalos de hiperparâmetros.

• RandomSeed - Um valor usado para inicializar um gerador de números pseudo-aleatórios. Definir 
uma semente aleatória permitirá que as estratégias de busca de ajuste de hiperparâmetros 
produzam configurações mais consistentes para o mesmo trabalho de ajuste (opcional).

• ResourceLimits - O número máximo de trabalhos de treinamento e treinamento paralelo que o 
trabalho de ajuste de hiperparâmetros pode usar.

Note

Se você usa seu próprio algoritmo para ajuste de hiperparâmetros, em vez de um algoritmo 
SageMaker incorporado, você deve definir métricas para seu algoritmo. Para ter mais 
informações, consulte Definir métricas.
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O exemplo de código a seguir mostra como configurar um trabalho de ajuste de hiperparâmetros 
usando o algoritmo do XGBoost integrado. O exemplo de código mostra como definir intervalos para 
os hiperparâmetros eta, alpha, min_child_weight e max_depth. Para obter mais informações 
sobre esses e outros hiperparâmetros, consulte Parâmetros do XGBoost.

Neste exemplo de código, a métrica objetiva para o trabalho de ajuste de hiperparâmetros encontra 
a configuração de hiperparâmetros que maximiza. validation:auc SageMaker algoritmos 
integrados gravam automaticamente a métrica objetiva em CloudWatch Logs. O exemplo de código a 
seguir mostra como definir um RandomSeed.

tuning_job_config = { 
    "ParameterRanges": { 
      "CategoricalParameterRanges": [], 
      "ContinuousParameterRanges": [ 
        { 
          "MaxValue": "1", 
          "MinValue": "0", 
          "Name": "eta" 
        }, 
        { 
          "MaxValue": "2", 
          "MinValue": "0", 
          "Name": "alpha" 
        }, 
        { 
          "MaxValue": "10", 
          "MinValue": "1", 
          "Name": "min_child_weight" 
        } 
      ], 
      "IntegerParameterRanges": [ 
        { 
          "MaxValue": "10", 
          "MinValue": "1", 
          "Name": "max_depth" 
        } 
      ] 
    }, 
    "ResourceLimits": { 
      "MaxNumberOfTrainingJobs": 20, 
      "MaxParallelTrainingJobs": 3 
    }, 
    "Strategy": "Bayesian", 
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    "HyperParameterTuningJobObjective": { 
      "MetricName": "validation:auc", 
      "Type": "Maximize" 
    }, 
    "RandomSeed" : 123 
  }

Configurar os trabalhos de treinamento

O trabalho de ajuste de hiperparâmetros iniciará trabalhos de treinamento para encontrar uma 
configuração ideal de hiperparâmetros. Esses trabalhos de treinamento devem ser configurados 
usando a SageMaker CreateHyperParameterTuningJobAPI.

Para configurar os trabalhos de treinamento, defina um objeto JSON e passe-o como o valor do
TrainingJobDefinition parâmetro interno do CreateHyperParameterTuningJob.

Neste objeto JSON, você pode especificar o seguinte:

• AlgorithmSpecification - O caminho do registro da imagem do Docker contendo o algoritmo 
de treinamento e os metadados relacionados. Para especificar um algoritmo, você pode usar 
seu próprio algoritmo personalizado dentro de um contêiner Docker ou um algoritmo SageMaker 
incorporado (obrigatório).

• InputDataConfig - A configuração de entrada, incluindo ChannelName, ContentType e a 
fonte de dados para seus dados de treinamento e teste (obrigatório).

• InputDataConfig - A configuração de entrada, incluindo ChannelName, ContentType e a 
fonte de dados para seus dados de treinamento e teste (obrigatório).

• O local de armazenamento da saída do algoritmo. Especifique o bucket do S3 no qual você deseja 
armazenar a saída dos trabalhos de treinamento.

• RoleArn— O Amazon Resource Name (ARN) de uma função AWS Identity and Access 
Management (IAM) SageMaker usada para realizar tarefas. As tarefas incluem ler dados de 
entrada, baixar uma imagem do Docker, gravar artefatos de modelo em um bucket do S3, gravar 
CloudWatch registros no Amazon Logs e gravar métricas na Amazon CloudWatch (obrigatório).

• StoppingCondition - O tempo de execução máximo em segundos que um trabalho de 
treinamento pode ser executado antes de ser interrompido. Esse valor deve ser maior que o tempo 
necessário para treinar seu modelo (obrigatório).

• MetricDefinitions - O nome e a expressão regular que definem todas as métricas que os 
trabalhos de treinamento emitem. Defina métricas somente quando você usar um algoritmo de 
treinamento personalizado. O exemplo no código a seguir usa um algoritmo integrado, que já tem 
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métricas definidas. Para obter informações sobre como definir métricas (opcional), consulte Definir 
métricas.

• TrainingImage - A imagem do contêiner do Docker que especifica o algoritmo de treinamento 
(opcional).

• StaticHyperParameters - O nome e os valores dos hiperparâmetros que não estão ajustados 
no trabalho de ajuste (opcional).

O seguinte exemplo de código define valores estáticos para os parâmetros eval_metric,
num_round, objective, rate_drop e tweedie_variance_power do algoritmo interno
Algoritmo XGBoost.

SageMaker Python SDK v1

from sagemaker.amazon.amazon_estimator import get_image_uri
training_image = get_image_uri(region, 'xgboost', repo_version='1.0-1')

s3_input_train = 's3://{}/{}/train'.format(bucket, prefix)
s3_input_validation ='s3://{}/{}/validation/'.format(bucket, prefix)

training_job_definition = { 
    "AlgorithmSpecification": { 
      "TrainingImage": training_image, 
      "TrainingInputMode": "File" 
    }, 
    "InputDataConfig": [ 
      { 
        "ChannelName": "train", 
        "CompressionType": "None", 
        "ContentType": "csv", 
        "DataSource": { 
          "S3DataSource": { 
            "S3DataDistributionType": "FullyReplicated", 
            "S3DataType": "S3Prefix", 
            "S3Uri": s3_input_train 
          } 
        } 
      }, 
      { 
        "ChannelName": "validation", 
        "CompressionType": "None", 
        "ContentType": "csv", 
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        "DataSource": { 
          "S3DataSource": { 
            "S3DataDistributionType": "FullyReplicated", 
            "S3DataType": "S3Prefix", 
            "S3Uri": s3_input_validation 
          } 
        } 
      } 
    ], 
    "OutputDataConfig": { 
      "S3OutputPath": "s3://{}/{}/output".format(bucket,prefix) 
    }, 
    "ResourceConfig": { 
      "InstanceCount": 2, 
      "InstanceType": "ml.c4.2xlarge", 
      "VolumeSizeInGB": 10 
    }, 
    "RoleArn": role, 
    "StaticHyperParameters": { 
      "eval_metric": "auc", 
      "num_round": "100", 
      "objective": "binary:logistic", 
      "rate_drop": "0.3", 
      "tweedie_variance_power": "1.4" 
    }, 
    "StoppingCondition": { 
      "MaxRuntimeInSeconds": 43200 
    }
}

SageMaker Python SDK v2

training_image = sagemaker.image_uris.retrieve('xgboost', region, '1.0-1')

s3_input_train = 's3://{}/{}/train'.format(bucket, prefix)
s3_input_validation ='s3://{}/{}/validation/'.format(bucket, prefix)

training_job_definition = { 
    "AlgorithmSpecification": { 
      "TrainingImage": training_image, 
      "TrainingInputMode": "File" 
    }, 
    "InputDataConfig": [ 
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      { 
        "ChannelName": "train", 
        "CompressionType": "None", 
        "ContentType": "csv", 
        "DataSource": { 
          "S3DataSource": { 
            "S3DataDistributionType": "FullyReplicated", 
            "S3DataType": "S3Prefix", 
            "S3Uri": s3_input_train 
          } 
        } 
      }, 
      { 
        "ChannelName": "validation", 
        "CompressionType": "None", 
        "ContentType": "csv", 
        "DataSource": { 
          "S3DataSource": { 
            "S3DataDistributionType": "FullyReplicated", 
            "S3DataType": "S3Prefix", 
            "S3Uri": s3_input_validation 
          } 
        } 
      } 
    ], 
    "OutputDataConfig": { 
      "S3OutputPath": "s3://{}/{}/output".format(bucket,prefix) 
    }, 
    "ResourceConfig": { 
      "InstanceCount": 2, 
      "InstanceType": "ml.c4.2xlarge", 
      "VolumeSizeInGB": 10 
    }, 
    "RoleArn": role, 
    "StaticHyperParameters": { 
      "eval_metric": "auc", 
      "num_round": "100", 
      "objective": "binary:logistic", 
      "rate_drop": "0.3", 
      "tweedie_variance_power": "1.4" 
    }, 
    "StoppingCondition": { 
      "MaxRuntimeInSeconds": 43200 
    }
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}

Nomear e executar o trabalho de ajuste de hiperparâmetros

Depois de configurar o trabalho de ajuste de hiperparâmetros, você pode iniciá-lo chamando a API
CreateHyperParameterTuningJob. O exemplo de código a seguir usa tuning_job_config
e training_job_definition. Eles foram definidos nos dois exemplos de código anteriores para 
criar um trabalho de ajuste de hiperparâmetros.

tuning_job_name = "MyTuningJob"
smclient.create_hyper_parameter_tuning_job(HyperParameterTuningJobName = 
 tuning_job_name, 
                                           HyperParameterTuningJobConfig = 
 tuning_job_config, 
                                           TrainingJobDefinition = 
 training_job_definition)

Monitorar o andamento de um trabalho de ajuste de hiperparâmetros

Para monitorar o progresso de um trabalho de ajuste de hiperparâmetros e dos trabalhos de 
treinamento que ele executa, use o SageMaker console da Amazon.

Tópicos

• Exibir o status do trabalho de ajuste de hiperparâmetros

Exibir o status do trabalho de ajuste de hiperparâmetros

Para exibir o status do trabalho de ajuste de hiperparâmetros

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Escolha  Trabalhos de ajuste de hiperparâmetros .
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3. Na lista de tarefas de ajuste de hiperparâmetros, verifique o status do trabalho de ajuste de 
hiperparâmetros que você executou. Um trabalho de ajuste pode ser:

• Completed - O trabalho de ajuste de hiperparâmetros foi concluído com êxito.

• InProgress - O trabalho de ajuste de hiperparâmetros está em andamento. Um ou mais 
trabalhos de treinamento ainda estão em execução.

• Failed - O trabalho de ajuste de hiperparâmetros falhou.

• Stopped - O trabalho de ajuste de hiperparâmetros foi interrompido manualmente antes 
de ser concluído. Todos os trabalhos de treinamento executados pelo trabalho de ajuste de 
hiperparâmetros são interrompidos.

• Stopping - O trabalho de ajuste de hiperparâmetros está em processo de interrupção.

Exibir o status dos trabalhos de treinamento

Para exibir o status dos trabalhos de treinamento executados pelo trabalho de ajuste de 
hiperparâmetros

1. Na lista de tarefas de ajuste de hiperparâmetros, escolha o trabalho que você executou.

2. Escolha Training jobs (Trabalhos de treinamento).
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3. Veja o status de cada trabalho de treinamento. Para ver mais detalhes sobre um trabalho, 
escolha-o na lista de trabalhos de treinamento. Para exibir um resumo do status de todos os 
trabalhos de treinamento executados pelo trabalho de ajuste de hiperparâmetros, consulte
Training job status counter (Contagem de status de trabalhos de treinamento).

Um trabalho de treinamento pode ser:

• Completed - O trabalho de treinamento foi concluído com êxito.

• InProgress - O trabalho de treinamento está em andamento.

• Stopped - O trabalho de treinamento foi interrompido manualmente antes de ser concluído.

• Failed (Retryable) - O trabalho de treinamento falhou, mas pode ser repetido. Um 
trabalho de treinamento com falha pode ser repetido apenas se falhar devido a um erro de 
serviço interno.

• Failed (Non-retryable) - O trabalho de treinamento falhou e não pode ser repetido. Um 
trabalho de treinamento com falha não pode ser repetido quando ocorre um erro do cliente.

Note

Os trabalhos de ajuste de hiperparâmetros podem ser interrompidos e os recursos 
subjacentes excluídos, mas os trabalhos em si não podem ser excluídos.
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Visualizar o melhor trabalho de treinamento

Um trabalho de ajuste de hiperparâmetros usa a métrica objetiva retornada por cada trabalho de 
treinamento para avaliar trabalhos de treinamento. Enquanto o trabalho de ajuste de hiperparâmetros 
está em andamento, o melhor trabalho de treinamento é aquele que retornou a melhor métrica 
objetiva até o momento. Depois que o trabalho de ajuste de hiperparâmetros for concluído, o melhor 
trabalho de treinamento será aquele que retornou a melhor métrica objetiva.

Para visualizar o melhor trabalho de treinamento, escolha Best training job (Melhor trabalho de 
treinamento).

Para implantar o melhor trabalho de treinamento como um modelo que você pode hospedar em um 
SageMaker endpoint, escolha Criar modelo.

Próxima etapa

Limpeza

Limpeza

Para evitar cobranças desnecessárias, ao concluir o exemplo, use o AWS Management Console 
para excluir os recursos criados para ele.
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Note

Se você planeja explorar outros exemplos, pode ser interessante manter alguns desses 
recursos, como sua instância de caderno, bucket do S3 e função do IAM.

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/ e exclua a instância 
do notebook. Pare a instância antes de a excluir.

2. Abra o console do Amazon S3 em https://console.aws.amazon.com/s3/ e exclua o bucket que 
você criou para armazenar artefatos do modelo e o conjunto de dados de treinamento.

3. Abra o console do IAM em https://console.aws.amazon.com/iam/ e exclua a função do IAM. Se 
você criou políticas de permissões, poderá excluí-las também.

4. Abra o CloudWatch console da Amazon em https://console.aws.amazon.com/cloudwatch/ e exclua 
todos os grupos de registros que têm nomes começando com/aws/sagemaker/.

Interromper trabalhos de treinamento precocemente

Interrompa trabalhos de treinamento iniciados precocemente por um trabalho de ajuste de 
hiperparâmetros quando eles não estiverem melhorando significativamente, conforme medido pela 
métrica objetiva. A interrupção precoce de trabalhos de treinamento pode ajudar a reduzir o tempo 
de computação e ajuda a evitar o sobreajuste do seu modelo. Para configurar um trabalho de ajuste 
de hiperparâmetros para interromper trabalhos de treinamento antecipadamente, siga um destes 
procedimentos:

• Se você estiver usando o SDK AWS para Python (Boto3), defina o campo
TrainingJobEarlyStoppingType do objeto HyperParameterTuningJobConfig que você 
usa para configurar o trabalho de ajuste para AUTO.

• Se você estiver usando o Amazon SageMaker Python SDK, defina o early_stopping_type
parâmetro do HyperParameterTunerobjeto como. Auto

• No SageMaker console da Amazon, no fluxo de trabalho Create hyperparameter tuning job, em
Early stop, escolha Auto.

Para ver um exemplo de caderno que demonstra como usar a parada antecipada, consulte
https://github.com/awslabs/ amazon-sagemaker-examples /blob/master/hyperparameter_tuning/
image_classification_early_stopping/hpo_image_classification_early_stopping.ipynb ou abra o 
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notebook na seção Ajuste de hiperparâmetros dos exemplos em uma instância do notebook.
hpo_image_classification_early_stopping.ipynb SageMaker  Para obter informações 
sobre como usar os blocos de anotações de amostra em uma instância de bloco de anotações, 
consulte Blocos de anotações de exemplo.

Como funciona a interrupção precoce

Quando você ativa a parada antecipada para uma tarefa de ajuste de hiperparâmetros, SageMaker 
avalia cada tarefa de treinamento que a tarefa de ajuste de hiperparâmetros é iniciada da seguinte 
forma:

• Após cada epoch de treinamento, obtenha o valor da métrica objetiva.

• Calcule a média de execução da métrica objetiva de todos os trabalhos de treinamento anteriores 
até o mesmo epoch e, em seguida, calcule a mediana de todas as médias de execução.

• Se o valor da métrica objetiva para o trabalho de treinamento atual for pior (maior ao minimizar 
ou menor ao maximizar a métrica do objetivo) do que o valor médio das médias de execução da 
métrica do objetivo para trabalhos de treinamento anteriores até a mesma época, o trabalho de 
treinamento atual será SageMaker interrompido.

Algoritmos que oferecem suporte para interrupção precoce

Para oferece suporte à interrupção precoce, um algoritmo deve emitir métricas objetivas para cada 
epoch. Os seguintes SageMaker algoritmos integrados oferecem suporte à parada antecipada:

• LightGBM

• CatBoost

• AutoGluon-Tabular

• TabTransformer

• Algoritmo de Aprendizagem linear - Com suporte somente se você usar objective_loss como 
métrica objetiva.

• Algoritmo XGBoost

• Classificação de imagens - MXNet

• Detecção de objetos - MXNet

• Algoritmo Sequence-to-Sequence

• IP Insights
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Note

Essa lista de algoritmos internos que oferecem suporte para interrupção precoce é 
atual desde 13 de dezembro de 2018. Outros algoritmos integrados poderão oferece 
suporte à interrupção precoce no futuro. Se um algoritmo emitir uma métrica que possa 
ser usada como uma métrica objetiva para um trabalho de ajuste de hiperparâmetros 
(preferencialmente uma métrica de validação), ele oferecerá suporte para a interrupção 
precoce.

Para usar a interrupção precoce com seu próprio algoritmo, você deve escrever esse algoritmo de 
modo que ele emita o valor da métrica objetiva após cada epoch. A lista a seguir mostra como você 
pode fazer isso em diferentes estruturas:

TensorFlow

Use a classe tf.keras.callbacks.ProgbarLogger. Para obter informações, consulte
tf.keras.callbacks. ProgbarLogger API.

MXNet

Use a mxnet.callback.LogValidationMetricsCallback. Para obter informações, 
consulte as APIs mxnet.callback.

Chainer

Estenda o Chainer usando a classe extensions.Evaluator. Para obter informações, consulte 
a API Chainer.Training.Extensions.Evaluator.

PyTorch e Spark

Não há suporte de alto nível. Você deve escrever explicitamente seu código de treinamento para 
que ele calcule as métricas objetivas e as grave nos logs após cada epoch.

Executar um trabalho de ajuste de hiperparâmetros de inicialização a 
quente

Use a inicialização a quente para iniciar um trabalho de ajuste de hiperparâmetros usando um ou 
mais trabalhos de ajuste anteriores como ponto de partida. Os resultados dos trabalhos de ajuste 
anteriores são usados para informar quais combinações de hiperparâmetros devem ser pesquisadas 
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no novo trabalho de ajuste. O ajuste de hiperparâmetros usa a pesquisa bayesiana ou a pesquisa 
aleatória para escolher combinações de valores de hiperparâmetros nos intervalos especificados 
por você. Para ter mais informações, consulte Como funciona o ajuste de hiperparâmetros. O uso 
de informações de trabalhos de ajuste de hiperparâmetros anteriores pode ajudar a aumentar o 
desempenho do novo trabalho de ajuste de hiperparâmetros, tornando a pesquisa pela melhor 
combinação de hiperparâmetros mais eficiente.

Note

Normalmente, os trabalhos de ajuste com inicialização a quente demoram mais para serem 
iniciados do que os trabalhos de ajuste de hiperparâmetros padrão, porque os resultados dos 
trabalhos pai precisam ser carregados antes que o trabalho possa ser iniciado. O aumento 
do tempo depende do número total de trabalhos de treinamento executados pelos trabalhos 
pai.

Razões para considerar a inicialização a quente incluem as seguintes:

• Para aumentar gradualmente o número de trabalhos de treinamento ao longo de vários trabalhos 
de ajuste com base nos resultados após cada iteração.

• Para ajustar um modelo usando os novos dados que você recebeu.

• Para alterar os intervalos de hiperparâmetros que você usou em um trabalho de ajuste anterior, 
mude hiperparâmetros estáticos para ajustáveis ou altere hiperparâmetros ajustáveis para valores 
estáticos.

• Você parou um trabalho de hiperparâmetros anterior precocemente ou ele foi interrompido 
inesperadamente.

Tópicos

• Tipos de trabalhos de ajuste com inicialização a quente

• Restrições do ajuste com inicialização a quente

• Bloco de anotações de amostra para ajuste com inicialização a quente

• Criar um trabalho de ajuste com inicialização a quente

Tipos de trabalhos de ajuste com inicialização a quente

Existem dois tipos diferentes de trabalhos de ajuste com inicialização a quente:
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IDENTICAL_DATA_AND_ALGORITHM

O novo trabalho de ajuste de hiperparâmetros usa os mesmos dados de entrada e imagem de 
treinamento que os trabalhos de ajuste pai. Você pode alterar os intervalos de hiperparâmetros a 
serem pesquisados e o número máximo de trabalhos de treinamento executados pela tarefa de 
ajuste de hiperparâmetros. Você também pode transformar os hiperparâmetros de ajustáveis para 
estáticos e de estáticos para ajustáveis, mas o número total de hiperparâmetros estáticos mais 
os ajustáveis deve permanecer o mesmo que o de todos os trabalhos pai. Não é possível usar 
uma nova versão do algoritmo de treinamento, a menos que as alterações na nova versão não 
afetem o algoritmo em si. Por exemplo, são permitidas alterações que melhoram o registro em log 
ou adicionam suporte a um formato de dados diferente.

Use dados e algoritmos idênticos ao usar os mesmos dados de treinamento de um trabalho de 
ajuste de hiperparâmetros anterior, mas você deseja aumentar o número total de trabalhos de 
treinamento ou alterar intervalos ou valores de hiperparâmetros.

Quando você executa um trabalho de ajuste com inicialização a quente do tipo
IDENTICAL_DATA_AND_ALGORITHM, há um campo adicional na resposta para a
DescribeHyperParameterTuningJob denominado OverallBestTrainingJob. O valor 
desse campo é o TrainingJobSummary do trabalho de treinamento com o melhor valor de métrica 
objetiva de todos os trabalhos de treinamento executados por esse trabalho de ajuste e de todos 
os trabalhos pai especificados para o trabalho de ajuste com inicialização a quente.

TRANSFER_LEARNING

O novo trabalho de ajuste de hiperparâmetros pode incluir dados de entrada, intervalos de 
hiperparâmetros, o número máximo de trabalhos de treinamento simultâneos e número máximo 
de trabalhos de treinamento que são diferentes daqueles dos respectivos trabalhos de ajuste 
de hiperparâmetros pai. Você também pode transformar os hiperparâmetros de ajustáveis 
para estáticos e de estáticos para ajustáveis, mas o número total de hiperparâmetros estáticos 
mais os ajustáveis deve permanecer o mesmo que o de todos os trabalhos pai. A imagem do 
algoritmo de treinamento também pode ser uma versão diferente da usada no trabalho de ajuste 
de hiperparâmetros pai. Quando você usa a aprendizagem por transferência, as alterações no 
conjunto de dados ou no algoritmo que afetam significativamente o valor da métrica objetiva 
podem reduzir a utilidade do uso do ajuste com inicialização a quente.

Restrições do ajuste com inicialização a quente

As seguintes restrições são aplicáveis a todos os trabalhos de ajuste com inicialização a quente:
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• Um trabalho de ajuste pode ter no máximo 5 trabalhos pai, e todos esses trabalhos pai devem 
estar em um estado terminal (Completed, Stopped ou Failed) antes do início do novo trabalho 
de ajuste.

• A métrica objetiva usada no novo trabalho de ajuste deve ser a mesma que a métrica objetiva 
usada nos trabalhos pai.

• O número total de hiperparâmetros estáticos mais os ajustáveis deve permanecer o mesmo entre 
os trabalhos pai e o novo trabalho de ajuste. Por causa disso, se você acha que pode querer usar 
um hiperparâmetro como ajustável em um trabalho de ajuste futuro com inicialização a quente, 
deve adicioná-lo como um hiperparâmetro estático ao criar um trabalho de ajuste.

• O tipo de cada hiperparâmetro (contínuo, inteiro, categórico) não deve ser alterado entre os 
trabalhos pai e o novo trabalho de ajuste.

• O número total de alterações de hiperparâmetros ajustáveis nos trabalhos pai para 
hiperparâmetros estáticos no novo trabalho de ajuste, mais o número de alterações nos valores 
de parâmetros estáticos, não pode ser maior que 10. Por exemplo, se o trabalho pai tiver um 
hiperparâmetro categórico ajustável com os valores possíveis red e blue e você alterar esse 
hiperparâmetro para estático no novo trabalho de ajuste, isso contará como 2 alterações em 
relação ao total permitido de 10. Se o mesmo hiperparâmetro tivesse um valor estático de red no 
trabalho pai e você alterasse o valor estático para blue no novo trabalho de ajuste, isso também 
contaria como 2 alterações.

• O ajuste com inicialização a quente não é recursivo. Por exemplo, se você criar MyTuningJob3
como um trabalho de ajuste com inicialização a quente com MyTuningJob2 como trabalho pai, e
MyTuningJob2 for por si só um trabalho de ajuste com inicialização a quente com um trabalho pai
MyTuningJob1, as informações aprendidas durante a execução de MyTuningJob1 não serão 
usadas para MyTuningJob3. Se você quiser usar as informações de MyTuningJob1, deverá 
adicioná-lo explicitamente como pai de MyTuningJob3.

• Os trabalhos de treinamento iniciados por cada trabalho pai em um trabalho de ajuste com 
inicialização a quente são comparados com os 500 trabalhos de treinamento máximos para um 
trabalho de ajuste.

• Os trabalhos de ajuste de hiperparâmetros criados antes de 1º de outubro de 2018 não podem ser 
usados como trabalhos pai para trabalhos de ajuste com inicialização a quente.

Bloco de anotações de amostra para ajuste com inicialização a quente

Para ver um exemplo de caderno que mostra como usar o ajuste de arranque a quente, consulte
https://github.com/awslabs/ amazon-sagemaker-examples /blob/master/hyperparameter_tuning/
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image_classification_warmstart/hpo_image_classification_warmstart.ipynb. Para obter instruções 
sobre como criar e acessar instâncias do notebook Jupyter que você pode usar para executar o 
exemplo SageMaker, consulte. Blocos de anotações de exemplo Depois de criar uma instância do 
notebook e abri-la, selecione a guia SageMaker Exemplos para ver uma lista de todas as SageMaker 
amostras. O bloco de anotações de ajuste com inicialização a quente está localizado na seção Ajuste 
de hiperparâmetros e se chama hpo_image_classification_warmstart.ipynb. Para abrir um 
bloco de anotações, clique em sua guia Uso e selecione Criar cópia.

Criar um trabalho de ajuste com inicialização a quente

Você pode usar o SDK para Python (Boto 3) da AWS de baixo nível ou SDK Python do SageMaker 
de alto nível para criar um trabalho de ajuste com inicialização a quente.

Tópicos

• Crie um Warm Start Tuning Job ( SageMaker API de baixo nível para Python (Boto 3))

• Criar um trabalho de ajuste com inicialização a quente (SDK Python do SageMaker)

Crie um Warm Start Tuning Job ( SageMaker API de baixo nível para Python (Boto 3))

Para utilizar o ajuste com inicialização a quente, você especifica os valores de um objeto
HyperParameterTuningJobWarmStartConfig e o transmite como o campo WarmStartConfig
em uma chamada para CreateHyperParameterTuningJob.

O código a seguir mostra como criar um HyperParameterTuningJobWarmStartConfigobjeto e 
passá-lo para o CreateHyperParameterTuningJobtrabalho usando a SageMaker API de baixo 
nível para Python (Boto 3).

Crie o objeto HyperParameterTuningJobWarmStartConfig:

warm_start_config = { 
          "ParentHyperParameterTuningJobs" : [ 
          {"HyperParameterTuningJobName" : 'MyParentTuningJob'} 
          ], 
          "WarmStartType" : "IdenticalDataAndAlgorithm"
}

Crie o trabalho de ajuste com inicialização a quente:

smclient = boto3.Session().client('sagemaker')

Executar um trabalho de ajuste de hiperparâmetros de inicialização a quente 3306

https://github.com/awslabs/amazon-sagemaker-examples/blob/master/hyperparameter_tuning/image_classification_warmstart/hpo_image_classification_warmstart.ipynb
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HyperParameterTuningJobWarmStartConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_HyperParameterTuningJobWarmStartConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html


Amazon SageMaker Guia do Desenvolvedor

smclient.create_hyper_parameter_tuning_job(HyperParameterTuningJobName = 
 'MyWarmStartTuningJob', 
   HyperParameterTuningJobConfig = tuning_job_config, # See notebook for tuning 
 configuration 
   TrainingJobDefinition = training_job_definition, # See notebook for job definition 
   WarmStartConfig = warm_start_config)

Criar um trabalho de ajuste com inicialização a quente (SDK Python do SageMaker)

Para usar o SDK do Amazon SageMaker Python para executar um trabalho de ajuste de inicialização 
a quente, você:

• Especifica os trabalhos pai e o tipo de inicialização a quente usando um objeto
WarmStartConfig.

• Passe o WarmStartConfig objeto como o valor do warm_start_config argumento de um
HyperparameterTunerobjeto.

• Chama o método fit do objeto HyperparameterTuner.

Para obter mais informações sobre o uso do Amazon SageMaker Python SDK para ajuste de 
hiperparâmetros, consulte https://github.com/aws/ #. sagemaker-python-sdk sagemaker-automatic-
model-tuning

Este exemplo usa um estimador que usa o algoritmo Classificação de imagens - MXNet para 
treinamento. O código a seguir define os intervalos de hiperparâmetros que o trabalho de ajuste 
com inicialização a quente procura para encontrar a melhor combinação de valores. Para obter 
informações sobre como definir intervalos de hiperparâmetros, consulte Definir intervalos de 
hiperparâmetros.

hyperparameter_ranges = {'learning_rate': ContinuousParameter(0.0, 0.1), 
                         'momentum': ContinuousParameter(0.0, 0.99)}

O código a seguir configura o trabalho de ajuste com inicialização a quente criando um objeto
WarmStartConfig.

from sagemaker.tuner import WarmStartConfig,WarmStartTypes

parent_tuning_job_name = "MyParentTuningJob"
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warm_start_config = 
 WarmStartConfig(warm_start_type=WarmStartTypes.IDENTICAL_DATA_AND_ALGORITHM, 
 parents={parent_tuning_job_name})

Agora, defina os valores para hiperparâmetros estáticos, que são hiperparâmetros que mantêm o 
mesmo valor para cada trabalho de treinamento executado pelo trabalho de ajuste com inicialização 
a quente. No código a seguir, imageclassification é um estimador criado anteriormente.

imageclassification.set_hyperparameters(num_layers=18, 
                                        image_shape='3,224,224', 
                                        num_classes=257, 
                                        num_training_samples=15420, 
                                        mini_batch_size=128, 
                                        epochs=30, 
                                        optimizer='sgd', 
                                        top_k='2', 
                                        precision_dtype='float32', 
                                        augmentation_type='crop')

Agora, crie o objeto HyperparameterTuner e transmita o objeto WarmStartConfig que você 
criou anteriormente como o argumento warm_start_config.

tuner_warm_start = HyperparameterTuner(imageclassification, 
                            'validation:accuracy', 
                            hyperparameter_ranges, 
                            objective_type='Maximize', 
                            max_jobs=10, 
                            max_parallel_jobs=2, 
                            base_tuning_job_name='warmstart', 
                            warm_start_config=warm_start_config)

Por fim, chame o método fit do objeto HyperparameterTuner para executar o trabalho de ajuste 
com inicialização a quente.

tuner_warm_start.fit( 
        {'train': s3_input_train, 'validation': s3_input_validation}, 
        include_cls_metadata=False)
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Limites de recursos de ajuste automático de modelos

SageMaker define os seguintes limites padrão para os recursos usados pelo ajuste automático do 
modelo:

Recurso Regiões Limites padrão Pode ser aumentado 
para

Número de trabalhos 
de ajuste de hiperparâ 
metros em paralelo 
(concorrentes)

Todos 100 N/D

Número de hiperparâ 
metros que podem 
ser pesquisados *

Todos 30 N/D

Número de métricas 
definidas por trabalho 
de ajuste de hiperparâ 
metro

Todos 20 N/D

Número de trabalhos 
de treinamento 
paralelos por trabalho 
de ajuste de hiperparâ 
metro

Todos 10 100

[Otimização 
bayesiana] Número 
de trabalhos de 
treinamento por 
trabalho de ajuste de 
hiperparâmetro

Todos 750 N/D

[Pesquisa aleatória] 
Número de trabalhos 
de treinamento por 

Todos 750 10000
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Recurso Regiões Limites padrão Pode ser aumentado 
para

trabalho de ajuste de 
hiperparâmetros

[Hyperband] Número 
de trabalhos de 
treinamento por 
trabalho de ajuste de 
hiperparâmetros

Todos 750 N/D

[Grade] Número 
de trabalhos de 
treinamento por 
trabalho de ajuste 
de hiperparâmetros, 
especificado explicita 
mente ou inferido do 
espaço de pesquisa

Todos 750 N/D

Máximo de tempo de 
execução para um 
trabalho de ajuste de 
hiperparâmetro

Todos 30 dias N/D

* Cada hiperparâmetro categórico pode ter no máximo 30 valores diferentes.

Exemplo de limite de recursos

Quando você planeja trabalhos de ajuste de hiperparâmetros, também precisa levar em 
consideração os limites dos recursos de treinamento. Para obter informações sobre os limites de 
recursos padrão para trabalhos SageMaker de treinamento, consulte SageMakerLimites. Cada 
instância de treinamento simultânea em que todos os seus trabalhos de ajuste de hiperparâmetros 
são executados conta no total de instâncias de treinamento permitidas. Por exemplo, se você 
executar 10 trabalhos de ajuste de hiperparâmetros simultâneos, cada um desses trabalhos de 
ajuste de hiperparâmetros executará um total de 100 trabalhos de treinamento e 20 trabalhos de 
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treinamento simultâneos. Cada um desses trabalhos de treinamento é executado em uma instância
ml.m4.xlarge. Os limites a seguir se aplicam ao seguinte:

• Número de trabalhos de ajuste de hiperparâmetros simultâneos - Você não precisa aumentar o 
limite, pois 10 trabalhos de ajuste estão abaixo do limite de 100.

• Número de trabalhos de treinamento por trabalho de ajuste de hiperparâmetros: você não precisa 
aumentar o limite, pois 100 trabalhos de treinamento estão abaixo do limite de 500.

• Número de trabalhos de treinamento simultâneos por trabalho de ajuste de hiperparâmetros: você 
precisa solicitar um aumento no limite para 20, pois o limite padrão é 10.

• SageMaker treinamento de instâncias ml.m4.xlarge: você precisa solicitar um aumento de limite 
para 200, porque você tem 10 trabalhos de ajuste de hiperparâmetros, cada um executando 20 
trabalhos de treinamento simultâneos. O limite padrão é de 20 instâncias.

• SageMaker contagem total de instâncias de treinamento: você precisa solicitar um aumento de 
limite para 200, porque você tem 10 trabalhos de ajuste de hiperparâmetros, cada um executando 
20 trabalhos de treinamento simultâneos. O limite padrão é de 20 instâncias.

Para solicitar um aumento da cota:

1. Abra a página do AWS Support Center, faça login se necessário e selecione Criar caso.

2. Na página Criar caso, escolha Aumento do limite de serviço.

3. No painel Detalhes do caso, selecione Ajuste SageMaker automático do modelo [Otimização de 
hiperparâmetros] para o tipo de limite

4. No painel Solicitações da Solicitação 1, selecione a Região, o Limite de recursos a ser 
aumentado e o Novo limite de valor que você está solicitando. Selecione Adicionar outra 
solicitação se tiver solicitações adicionais para aumento de cota.
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5. No painel Descrição do caso, forneça uma descrição do seu caso de uso.

6. No painel Opções de contato, selecione seus métodos de contato preferidos (Web, Chat ou
Telefone) e escolha Enviar.

Práticas recomendadas para o ajuste de hiperparâmetros

A otimização de hiperparâmetros (HPO) não é um processo totalmente automatizado. Para melhorar 
a otimização, siga estas práticas recomendadas para ajuste de hiperparâmetros.

Tópicos

• Escolhendo uma estratégia de ajuste
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• Escolher o número de hiperparâmetros

• Escolher intervalos de hiperparâmetros

• Usando as escalas corretas para hiperparâmetros

• Escolher o melhor número de trabalhos de treinamento simultâneos

• Executar trabalhos de treinamento em várias instâncias

• Usando uma semente aleatória para reproduzir configurações de hiperparâmetros

Escolhendo uma estratégia de ajuste

Para trabalhos grandes, o uso da estratégia de ajuste Hyperband pode reduzir o tempo de 
computação. O Hyperband tem um mecanismo de interrupção antecipada para impedir trabalhos 
de baixo desempenho. O Hyperband também pode realocar recursos para configurações de 
hiperparâmetros bem utilizadas e executar trabalhos paralelos. Para trabalhos de treinamento 
menores usando menos tempo de execução, use a pesquisa aleatória ou a otimização bayesiana.

Use a otimização bayesiana para tomar decisões cada vez mais informadas sobre como melhorar as 
configurações de hiperparâmetros na próxima execução. A otimização bayesiana usa informações 
coletadas de execuções anteriores para melhorar as execuções subsequentes. Devido à sua 
natureza sequencial, a otimização bayesiana não pode ser escalada massivamente.

Use a pesquisa aleatória para executar um grande número de trabalhos paralelos. Na busca 
aleatória, trabalhos subsequentes não dependem dos resultados de trabalhos anteriores e podem 
ser executados de forma independente. Em comparação com outras estratégias, a pesquisa 
aleatória é capaz de executar o maior número de trabalhos paralelos.

Use a pesquisa em grade para reproduzir os resultados de um trabalho de ajuste ou se a 
simplicidade e a transparência do algoritmo de otimização forem importantes. Você também 
pode usar a pesquisa em grade para explorar todo o espaço de pesquisa de hiperparâmetros 
de maneira uniforme. A pesquisa em grade pesquisa metodicamente todas as combinações de 
hiperparâmetros para encontrar os valores ideais dos hiperparâmetros. Ao contrário da pesquisa 
em grade, a otimização bayesiana, a pesquisa aleatória e o Hyperband extraem hiperparâmetros 
aleatoriamente do espaço de pesquisa. Como a pesquisa em grade analisa todas as combinações 
de hiperparâmetros, os valores ótimos dos hiperparâmetros serão idênticos entre os trabalhos de 
sintonia que utilizam os mesmos hiperparâmetros.
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Escolher o número de hiperparâmetros

Durante a otimização, a complexidade computacional de um trabalho de ajuste de hiperparâmetros 
depende do seguinte:

• O número de hiperparâmetros

• A faixa de valores que a SageMaker Amazon precisa pesquisar

Embora você possa especificar simultaneamente até 30 hiperparâmetros, limitar sua pesquisa a um 
número menor pode reduzir o tempo de computação. A redução do tempo de computação permite 
SageMaker convergir mais rapidamente para uma configuração ideal de hiperparâmetros.

Escolher intervalos de hiperparâmetros

O intervalo de valores que você escolhe pesquisar pode afetar adversamente a otimização 
de hiperparâmetros. Por exemplo, uma faixa que abrange todos os possíveis valores de 
hiperparâmetros pode resultar em tempos de processamento extensos e um modelo que não 
generaliza bem para dados não vistos. Se você souber que usar um subconjunto da faixa mais 
ampla é apropriado para o seu caso de uso, considere limitar a faixa a esse subconjunto.

Usando as escalas corretas para hiperparâmetros

Durante o ajuste de hiperparâmetros, SageMaker tenta inferir se seus hiperparâmetros 
estão em escala logarítmica ou linear. Inicialmente, SageMaker assume a escala linear para 
hiperparâmetros. Se os hiperparâmetros forem em escala logarítmica, escolher a escala correta 
tornará sua pesquisa mais eficiente. Você também pode selecionar Auto ScalingType na
CreateHyperParameterTuningJobAPI se quiser detectar SageMaker a escala para você.

Escolher o melhor número de trabalhos de treinamento simultâneos

Você pode usar os resultados de testes anteriores para melhorar o desempenho dos testes 
subsequentes. Escolha o maior número de trabalhos paralelos que proporcionaria um resultado 
incremental significativo e que esteja dentro das restrições de computação de sua região e conta. 
Use o campo MaxParallelTrainingJobs para limitar o número de trabalhos de treinamento que 
um trabalho de ajuste de hiperparâmetros pode iniciar paralelamente. Para obter mais informações, 
consulte Executando várias tarefas de HPO paralelamente na Amazon SageMaker.
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Executar trabalhos de treinamento em várias instâncias

Quando um trabalho de treinamento é executado em vários computadores no modo distribuído, 
cada máquina emite uma métrica objetiva. O HPO pode usar apenas uma dessas métricas objetivas 
emitidas para avaliar o desempenho do modelo. No modo distribuído, o HPO utiliza a métrica 
objetiva reportada pelo último trabalho em execução em todas as instâncias para avaliação.

Usando uma semente aleatória para reproduzir configurações de hiperparâmetros

Você pode especificar um número inteiro como uma semente aleatória para a sintonia de 
hiperparâmetros e usar essa semente durante a geração de hiperparâmetros. Posteriormente, 
você pode usar a mesma semente para reproduzir configurações de hiperparâmetros que sejam 
consistentes com seus resultados anteriores. Para pesquisas aleatórias e estratégias do Hyperband, 
o uso da mesma semente aleatória pode fornecer até 100% de reprodutibilidade da configuração 
anterior do hiperparâmetro para o mesmo trabalho de ajuste. Para a estratégia bayesiana, usar a 
mesma semente aleatória melhorará a reprodutibilidade para o mesmo trabalho de ajuste.

Refine os dados durante o treinamento com a peneiração 
SageMaker inteligente da Amazon

O Amazon SageMaker smart sifting está em versão prévia e está sujeito a alterações.

SageMaker a peneiração inteligente é um recurso do SageMaker Training que ajuda a melhorar 
a eficiência de seus conjuntos de dados de treinamento e a reduzir o tempo e o custo totais do 
treinamento.

Modelos modernos de aprendizado profundo, como modelos de linguagem grande (LLMs) ou 
modelos de transformadores de visão, geralmente exigem grandes conjuntos de dados para obter 
uma precisão aceitável. Por exemplo, os LLMs geralmente exigem trilhões de tokens ou petabytes 
de dados para convergir. O tamanho crescente dos conjuntos de dados de treinamento, junto com 
o tamanho dos state-of-the-art modelos, pode aumentar o tempo de computação e o custo do 
treinamento de modelos.

Invariavelmente, as amostras em um conjunto de dados não contribuem igualmente para o processo 
de aprendizado durante o treinamento do modelo. Uma proporção significativa dos recursos 
computacionais provisionados durante o treinamento pode ser gasta no processamento de amostras 
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fáceis que não contribuem substancialmente para a precisão geral de um modelo. Idealmente, os 
conjuntos de dados de treinamento incluiriam apenas amostras que estão realmente melhorando 
a convergência do modelo. Filtrar dados menos úteis pode reduzir o tempo de treinamento e o 
custo de computação. No entanto, identificar dados menos úteis pode ser desafiador e arriscado. 
É praticamente difícil identificar quais amostras são menos informativas antes do treinamento, e a 
precisão do modelo pode ser afetada se as amostras erradas ou muitas amostras forem excluídas.

A filtragem inteligente de dados com a Amazon SageMaker pode ajudar a reduzir o tempo e o 
custo do treinamento, melhorando a eficiência dos dados. O algoritmo de peneiramento SageMaker 
inteligente avalia o valor de perda de cada dado durante o estágio de carregamento de dados de 
um trabalho de treinamento e exclui amostras que são menos informativas para o modelo. Ao usar 
dados refinados para treinamento, o tempo e o custo totais do treinamento de seu modelo são 
reduzidos ao eliminar transferências desnecessárias para frente e para trás de dados que não 
melhoram. Portanto, há um impacto mínimo ou nenhum na precisão do modelo.

SageMaker A peneiração inteligente está disponível por meio do SageMaker Training Deep 
Learning Containers (DLCs) e oferece suporte a cargas de PyTorch trabalho por meio do. PyTorch
DataLoader São necessárias apenas algumas linhas de alteração de código para implementar a 
SageMaker seleção inteligente e você não precisa alterar seus fluxos de trabalho de treinamento ou 
processamento de dados existentes.

Como funciona a peneiração SageMaker inteligente

O objetivo da peneiração SageMaker inteligente é examinar seus dados de treinamento durante 
o processo de treinamento e fornecer apenas amostras mais informativas ao modelo. Durante 
o treinamento típico com PyTorch, os dados são enviados iterativamente em lotes para o 
ciclo de treinamento e para dispositivos aceleradores (como GPUs ou chips Trainium) pelo.
PyTorchDataLoader SageMaker a peneiração inteligente é implementada nesse estágio de 
carregamento de dados e, portanto, é independente de qualquer pré-processamento inicial de 
dados em seu pipeline de treinamento. SageMaker O smart sifting usa seu modelo e sua função de 
perda especificada pelo usuário para fazer uma passagem avaliativa de cada amostra de dados à 
medida que ela é carregada. As amostras que retornam valores de baixa perda têm menos impacto 
no aprendizado do modelo e, portanto, são excluídas do treinamento, porque já é fácil para o 
modelo fazer a previsão correta sobre elas com alta confiança. Enquanto isso, essas amostras de 
perda relativamente alta são o que o modelo ainda precisa aprender, então elas são mantidas para 
treinamento. Uma entrada importante que você pode definir para a SageMaker seleção inteligente é 
a proporção de dados a serem excluídos. Por exemplo, ao definir a proporção em 25%, as amostras 
distribuídas no quartil mais baixo da distribuição da perda (retiradas de um número especificado 
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pelo usuário de amostras anteriores) são excluídas do treinamento. Amostras de alta perda são 
acumuladas em um lote de dados refinado. O lote de dados refinado é enviado para o ciclo de 
treinamento (passagem para frente e para trás), e o modelo aprende e treina no lote de dados 
refinado.

O diagrama a seguir mostra uma visão geral de como o algoritmo de peneiramento SageMaker 
inteligente foi projetado.

Resumindo, a peneiração SageMaker inteligente opera durante o treinamento à medida que os 
dados são carregados. O algoritmo de peneiramento SageMaker inteligente executa o cálculo de 
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perdas nos lotes e classifica os dados que não estão melhorando antes da passagem para frente e 
para trás de cada iteração. O lote de dados refinado é então usado para avançar e retroceder.

SageMaker A peneiração inteligente funciona para trabalhos de treinamento PyTorch baseados 
com o clássico paralelismo distribuído de dados, que cria réplicas de modelos em cada funcionário 
da GPU e executa. AllReduce Ele funciona com o PyTorch DDP e a biblioteca paralela de dados 
SageMaker distribuídos.

Estruturas e AWS regiões suportadas

Antes de usar o carregador de dados de filtragem SageMaker inteligente, verifique se sua estrutura 
de escolha é compatível, se os tipos de instância estão disponíveis em sua AWS conta e se sua 
AWS conta está em uma das regiões suportadas. AWS

Estruturas compatíveis

SageMaker O smart sifting suporta as seguintes estruturas de aprendizado profundo e está 
disponível por meio do AWS Deep Learning Containers.

Tópicos

• PyTorch

PyTorch

Framework Versão do framework Contêineres de 
aprendizado profundo

PyTorch 2.1.0 763104351 
884 .dkr.ecr .
region .amazonaw 
s.com/pytorch-
training:2.1. 
0-gpu-py310-
cu121-ubuntu20. 
04-sagemaker

Para obter mais informações sobre os contêineres pré-criados, consulte SageMaker Framework 
Containers no  GitHub repositório AWS Deep Learning Containers.
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Regiões da AWS

Os contêineres fornecidos com a biblioteca de peneiramento SageMaker inteligente estão 
disponíveis no Regiões da AWS local onde os AWSDeep Learning Containers estão em serviço.

Tipos de instância

Você pode usar a peneiração SageMaker inteligente para qualquer trabalho de PyTorch treinamento 
em qualquer tipo de instância. Recomendamos que você use instâncias P4d, P4de ou P5.

Aplique a peneiração SageMaker inteligente ao seu roteiro de treinamento

A biblioteca de peneiramento SageMaker inteligente é empacotada nos DLCs da SageMaker 
estrutura como uma biblioteca complementar. Ele fornece uma lógica de filtragem contra amostras 
de treinamento que têm um impacto relativamente menor no treinamento do modelo, e seu modelo 
pode alcançar a precisão desejada com menos amostras de treinamento em comparação com o 
treinamento do modelo com amostras de dados completas.

PyTorch

Essas instruções demonstram como habilitar a peneiração SageMaker inteligente com seu script de 
treinamento.

1. Configure a interface de peneiramento SageMaker inteligente.

A biblioteca de peneiramento SageMaker inteligente implementa uma técnica de amostragem 
baseada em perda de limite relativo que ajuda a filtrar amostras com menor impacto na redução 
do valor da perda. O algoritmo de peneiramento SageMaker inteligente calcula o valor de perda 
de cada amostra de dados de entrada usando uma passagem direta e calcula seu percentil 
relativo em relação aos valores de perda dos dados anteriores.

Os dois parâmetros a seguir são o que você precisa especificar para a
RelativeProbabilisticSiftConfig classe para criar um objeto de configuração de 
filtragem.

• Especifique a proporção de dados que devem ser usados para treinamento em relação ao
beta_value parâmetro.

• Especifique o número de amostras usadas na comparação com o loss_history_length
parâmetro.
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O exemplo de código a seguir demonstra a configuração de um objeto da
RelativeProbabilisticSiftConfig classe.

from smart_sifting.sift_config.sift_configs import ( 
    RelativeProbabilisticSiftConfig 
    LossConfig 
    SiftingBaseConfig
)

sift_config=RelativeProbabilisticSiftConfig( 
    beta_value=0.5, 
    loss_history_length=500, 
    loss_based_sift_config=LossConfig( 
         sift_config=SiftingBaseConfig(sift_delay=0) 
    )
)

Para obter mais informações sobre o loss_based_sift_config parâmetro e as classes 
relacionadas, consulte a seção the section called “SageMaker módulos de configuração de 
peneiramento inteligente” de referência do SageMaker SDK Python do smart sifting.

O sift_config objeto no exemplo de código anterior é usado na etapa 4 para configurar a
SiftingDataloader classe.

2. (Opcional) Configure uma classe de transformação em lote de peneiramento SageMaker 
inteligente.

Casos de uso de treinamento diferentes exigem formatos de dados de treinamento diferentes. 
Dada a variedade de formatos de dados, o algoritmo de peneiramento SageMaker inteligente 
precisa identificar como realizar a peneiração em um determinado lote. Para resolver isso, a 
peneiração SageMaker inteligente fornece um módulo de transformação em lote que ajuda a 
converter lotes em formatos padronizados que podem ser filtrados com eficiência.

a. SageMaker A peneiração inteligente manipula a transformação em lote de dados de 
treinamento nos seguintes formatos: listas, dicionários, tuplas e tensores do Python. Para 
esses formatos de dados, a peneiração SageMaker inteligente processa automaticamente 
a conversão do formato de dados em lote, e você pode pular o restante desta etapa. 
Se você pular essa etapa, na etapa 4 de configuraçãoSiftingDataloader, deixe o

Aplique a peneiração SageMaker inteligente ao seu roteiro de treinamento 3320



Amazon SageMaker Guia do Desenvolvedor

batch_transforms parâmetro de SiftingDataloader com seu valor padrão, que é.
None

b. Se seu conjunto de dados não estiver nesses formatos, você deverá prosseguir 
com o restante desta etapa para criar uma transformação em lote personalizada 
usandoSiftingBatchTransform.

Nos casos em que seu conjunto de dados não está em um dos formatos compatíveis com 
a peneiração SageMaker inteligente, você pode se deparar com erros. Esses erros de 
formato de dados podem ser resolvidos adicionando o batch_transforms parâmetro
batch_format_index or à SiftingDataloader classe, que você configurou na 
etapa 4. Veja a seguir exemplos de erros devido a um formato de dados e resoluções 
incompatíveis para eles.

Mensagem de erro Resolução

Lotes do tipo {type (batch)} não são 
suportados por padrão.

Esse erro indica que o formato de lote 
não é suportado por padrão. Você deve 
implementar uma classe de transform 
ação em lote personalizada e usá-la 
especificando-a no batch_transforms
parâmetro da SiftingDataloader
classe.

Não é possível indexar o lote do tipo
{type (batch)}

Esse erro indica que o objeto em lote 
não pode ser indexado normalmente. O 
usuário deve implementar uma transform 
ação em lote personalizada e transmiti 
-la usando o batch_transforms
parâmetro.

O tamanho do lote {batch_size}  não 
corresponde aos tamanhos da dimensão 0 
ou da dimensão 1

Esse erro ocorre quando o tamanho do 
lote fornecido não corresponde à 0ª ou 
1ª dimensão do lote. O usuário deve 
implementar uma transformação em lote 
personalizada e transmiti-la usando o
batch_transforms  parâmetro.
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Tanto a dimensão 0 quanto a dimensão 1 
correspondem ao tamanho do lote

Esse erro indica que, como várias 
dimensões correspondem ao tamanho 
do lote fornecido, são necessárias mais 
informações para filtrar o lote. O usuário 
pode fornecer o batch_format_index

 parâmetro para indicar se o lote é 
indexável por amostra ou recurso. Os 
usuários também podem implementar uma 
transformação em lote personalizada, mas 
isso é mais trabalhoso do que o necessári 
o.

Para resolver os problemas mencionados acima, você precisa criar uma classe de 
transformação em lote personalizada usando o SiftingBatchTransform módulo. Uma 
classe de transformação em lote deve consistir em um par de funções de transformação e 
transformação reversa. O par de funções converte seu formato de dados em um formato 
que o algoritmo de peneiramento SageMaker inteligente possa processar. Depois de criar 
uma classe de transformação em lote, a classe retorna um SiftingBatch objeto que você 
passará para a SiftingDataloader classe na etapa 4.

Veja a seguir exemplos de classes personalizadas de transformação em lote do
SiftingBatchTransform módulo.

• Um exemplo de implementação personalizada de transformação em lote de listas com 
peneiramento SageMaker inteligente para casos em que o bloco do carregador de dados 
tem entradas, máscaras e rótulos.

from typing import Any

import torch

from smart_sifting.data_model.data_model_interface import 
 SiftingBatchTransform
from smart_sifting.data_model.list_batch import ListBatch

class ListBatchTransform(SiftingBatchTransform): 
    def transform(self, batch: Any): 
        inputs = batch[0].tolist() 
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        labels = batch[-1].tolist()  # assume the last one is the list of 
 labels 
        return ListBatch(inputs, labels) 

    def reverse_transform(self, list_batch: ListBatch): 
        a_batch = [torch.tensor(list_batch.inputs), 
 torch.tensor(list_batch.labels)] 
        return a_batch

• Um exemplo de implementação personalizada de transformação em lote de listas com 
peneiramento SageMaker inteligente para casos em que não são necessários rótulos 
para a transformação reversa.

class ListBatchTransformNoLabels(SiftingBatchTransform): 
    def transform(self, batch: Any): 
        return ListBatch(batch[0].tolist()) 

    def reverse_transform(self, list_batch: ListBatch): 
        a_batch = [torch.tensor(list_batch.inputs)] 
        return a_batch

• Um exemplo de implementação personalizada em lote de tensores com peneiramento 
SageMaker inteligente para casos em que o fragmento do carregador de dados tem 
entradas, máscaras e rótulos.

from typing import Any

from smart_sifting.data_model.data_model_interface import 
 SiftingBatchTransform
from smart_sifting.data_model.tensor_batch import TensorBatch

class TensorBatchTransform(SiftingBatchTransform): 
    def transform(self, batch: Any): 
        a_tensor_batch = TensorBatch( 
            batch[0], batch[-1] 
        )  # assume the last one is the list of labels 
        return a_tensor_batch 

    def reverse_transform(self, tensor_batch: TensorBatch): 
        a_batch = [tensor_batch.inputs, tensor_batch.labels] 
        return a_batch
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Depois de criar uma classe SiftingBatchTransform de transformação em lote 
implementada, use essa classe na etapa 4 para configurar a classe. SiftingDataloader
O restante deste guia pressupõe que uma ListBatchTransform classe foi criada. Na 
etapa 4, essa classe é passada para batch_transforms o.

3. Crie uma classe para implementar a interface de peneiramento SageMaker Loss inteligente. 
Este tutorial pressupõe que a classe tenha um nomeSiftingImplementedLoss. Ao 
configurar essa classe, recomendamos que você use a mesma função de perda no ciclo de 
treinamento do modelo. Siga as subetapas a seguir para criar uma classe implementada de 
peneiramento SageMaker Loss inteligente.

a. SageMaker a peneiração inteligente calcula um valor de perda para cada amostra de dados 
de treinamento, em vez de calcular um único valor de perda para um lote. Para garantir 
que a peneiração SageMaker inteligente use a mesma lógica de cálculo de perda, crie 
uma função de smart-sifting-implemented perda usando o Loss módulo de peneiração 
SageMaker inteligente que usa sua função de perda e calcula a perda por amostra de 
treinamento.

Tip

SageMaker o algoritmo de peneiramento inteligente é executado em todas as 
amostras de dados, não no lote inteiro, portanto, você deve adicionar uma função 
de inicialização para definir a função de PyTorch perda sem nenhuma estratégia de 
redução.

class SiftingImplementedLoss(Loss):   
    def __init__(self): 
        self.loss = torch.nn.CrossEntropyLoss(reduction='none')

Isso também é mostrado no exemplo de código a seguir.

b. Defina uma função de perda que aceite original_batch (ou transformed_batch se 
você tiver configurado uma transformação em lote na etapa 2) e o PyTorch modelo. Usando 
a função de perda especificada sem redução, a peneiração SageMaker inteligente executa 
uma passagem direta para cada amostra de dados para avaliar seu valor de perda.
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O código a seguir é um exemplo de uma smart-sifting-implemented Loss interface 
chamadaSiftingImplementedLoss.

from typing import Any

import torch
import torch.nn as nn
from torch import Tensor

from smart_sifting.data_model.data_model_interface import SiftingBatch
from smart_sifting.loss.abstract_sift_loss_module import Loss

model=... # a PyTorch model based on torch.nn.Module

class SiftingImplementedLoss(Loss):    
    # You should add the following initializaztion function  
    # to calculate loss per sample, not per batch. 
    def __init__(self): 
        self.loss_no_reduction = torch.nn.CrossEntropyLoss(reduction='none') 

    def loss( 
        self, 
        model: torch.nn.Module, 
        transformed_batch: SiftingBatch, 
        original_batch: Any = None, 
    ) -> torch.Tensor: 
        device = next(model.parameters()).device 
        batch = [t.to(device) for t in original_batch] # use this if you use 
 original batch and skipped step 2 
        # batch = [t.to(device) for t in transformed_batch] # use this if you 
 transformed batches in step 2 

        # compute loss 
        outputs = model(batch) 
        return self.loss_no_reduction(outputs.logits, batch[2])

Antes que o ciclo de treinamento atinja a passagem direta real, esse cálculo de perda 
por peneiramento é feito durante a fase de carregamento de dados de busca de um 
lote em cada iteração. O valor da perda individual é então comparado aos valores 
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de perda anteriores e seu percentil relativo é estimado de acordo com o objeto que
RelativeProbabilisticSiftConfig você configurou na etapa 1.

4. Envolva o carregador de PyTroch dados pela SageMaker SiftingDataloader classe.

Por fim, use todas as classes implementadas pelo SageMaker smart sifting que você configurou 
nas etapas anteriores da classe de SageMaker SiftingDataloder configuração. Esta classe 
é um invólucro para PyTorch DataLoader. Ao empacotar PyTorchDataLoader, a peneiração 
SageMaker inteligente é registrada para execução como parte do carregamento de dados em 
cada iteração de um trabalho de treinamento. PyTorch O exemplo de código a seguir demonstra 
a implementação da filtragem SageMaker de dados em um. PyTorch DataLoader

from smart_sifting.dataloader.sift_dataloader import SiftingDataloader
from torch.utils.data import DataLoader

train_dataloader = DataLoader(...) # PyTorch data loader

# Wrap the PyTorch data loader by SiftingDataloder
train_dataloader = SiftingDataloader( 
    sift_config=sift_config, # config object of RelativeProbabilisticSiftConfig 
    orig_dataloader=train_dataloader, 
    batch_transforms=ListBatchTransform(), # Optional, this is the custom class 
 from step 2 
    loss_impl=SiftingImplementedLoss(), # PyTorch loss function wrapped by the 
 Sifting Loss interface 
    model=model, 
    log_batch_data=False
)

Transformadores Hugging Face

Há duas maneiras de implementar a peneiração SageMaker inteligente na classe 
TransformersTrainer.

Note

Se você usar um dos DLCs PyTorch com o pacote SageMaker smart sifting instalado, 
observe que você precisa instalar a biblioteca. transformers Você pode instalar pacotes 
adicionais estendendo os DLCs ou passando requirements.txt para a classe de 
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inicializador de tarefas de treinamento for PyTorch (sagemaker.pytorch.PyTorch) no 
SDK do Python SageMaker .

Configuração simples

A maneira mais simples de implementar a peneiração SageMaker inteligente na Trainer classe 
Transformers é usar a função. enable_sifting Essa função aceita um Trainer objeto existente 
e envolve o DataLoader objeto existente comSiftingDataloader. Você pode continuar usando 
o mesmo objeto de treinamento. Veja o exemplo de uso a seguir.

from smart_sifting.integrations.trainer import enable_sifting
from smart_sifting.loss.abstract_sift_loss_module import Loss
from smart_sifting.sift_config.sift_configs import ( 
    RelativeProbabilisticSiftConfig 
    LossConfig 
    SiftingBaseConfig
)

class SiftingImplementedLoss(Loss): 
   def loss(self, model, transformed_batch, original_batch): 
        loss_fct = MSELoss(reduction="none") # make sure to set reduction to "none" 
        logits = model.bert(**original_batch) 
        return loss_fct(logits, original_batch.get("labels"))

sift_config = RelativeProbabilisticSiftConfig( 
    beta_value=0.5, 
    loss_history_length=500, 
    loss_based_sift_config=LossConfig( 
         sift_config=SiftingBaseConfig(sift_delay=0) 
    )
)

trainer = Trainer(...)
enable_sifting(trainer, sift_config, loss=SiftingImplementedLoss()) # updates the 
 trainer with Sifting Loss and config
trainer.train()

A SiftingDataloader classe é um carregador de dados iterável. O tamanho exato do conjunto de 
dados resultante não é conhecido de antemão devido à amostragem aleatória durante a peneiração.
Como resultado, o Hugging Face Trainer espera o argumento do treinamento. max_steps
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Observe que esse argumento substitui o parâmetro de configuração epoch. num_train_epochs
Se seu carregador de dados original também fosse iterável, ou se seu treinamento max_steps
usasse uma única época, ele funcionaria da mesma forma que o SiftingDataloader carregador 
de dados existente. Se o dataloader original não fosse iterável ou não max_steps fosse fornecido, o 
Hugging Face Trainer poderia gerar uma mensagem de erro semelhante à seguinte.

args.max_steps must be set to a positive value if dataloader does not have a length,
was -1

Para resolver isso, a enable_sifting função fornece um set_epochs parâmetro opcional. 
Isso permite o treinamento com épocas, usando o número de épocas fornecido pelo argumento 
num_train_epochs da Trainer classe, e define o número inteiro máximo do sistema, permitindo que 
o treinamento progrida max_steps até que as épocas especificadas sejam concluídas.

Configuração personalizada

Para uma integração personalizada do carregador de dados de peneiramento SageMaker inteligente, 
você pode utilizar uma classe personalizada Hugging Face. Trainer Em qualquer subclasse 
deTrainer, a get_train_dataloader() função pode ser substituída para retornar um objeto 
da SiftingDataloader classe. Para casos com treinadores personalizados existentes, essa 
abordagem pode ser menos invasiva, mas requer alterações no código do que a simples opção de 
configuração. A seguir está um exemplo de implementação da seleção SageMaker inteligente em 
uma classe personalizada do Hugging FaceTrainer.

from smart_sifting.sift_config.sift_configs import ( 
    RelativeProbabilisticSiftConfig 
    LossConfig 
    SiftingBaseConfig
)
from smart_sifting.dataloader.sift_dataloader import SiftingDataloader
from smart_sifting.loss.abstract_sift_loss_module import Loss
from smart_sifting.data_model.data_model_interface import SiftingBatch, 
 SiftingBatchTransform
from smart_sifting.data_model.list_batch import ListBatch

class SiftingListBatchTransform(SiftingBatchTransform): 
    def transform(self, batch: Any): 
        inputs = batch[0].tolist() 
        labels = batch[-1].tolist()  # assume the last one is the list of labels 
        return ListBatch(inputs, labels) 
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    def reverse_transform(self, list_batch: ListBatch): 
        a_batch = [torch.tensor(list_batch.inputs), torch.tensor(list_batch.labels)] 
        return a_batch

class SiftingImplementedLoss(): 
    # You should add the following initializaztion function  
    # to calculate loss per sample, not per batch. 
    def __init__(self): 
        self.celoss = torch.nn.CrossEntropyLoss(reduction='none') 

    def loss( 
        self, 
        model: torch.nn.Module, 
        transformed_batch: SiftingBatch, 
        original_batch: Any = None, 
    ) -> torch.Tensor: 
        device = next(model.parameters()).device 
        batch = [t.to(device) for t in original_batch] 

        # compute loss 
        outputs = model(batch) 
        return self.celoss(outputs.logits, batch[2])

class SiftingImplementedTrainer(Trainer): 
    def get_train_dataloader(self): 
         dl = super().get_train_dataloader() 

        sift_config = RelativeProbabilisticSiftConfig( 
            beta_value=0.5, 
            loss_history_length=500, 
            loss_based_sift_config=LossConfig( 
                sift_config=SiftingBaseConfig(sift_delay=0) 
            ) 
        ) 

        return SiftingDataloader( 
                sift_config=sift_config, 
                orig_dataloader=dl, 
                batch_transforms=SiftingListBatchTransform(), 
                loss_impl=SiftingImplementedLoss(), 
                model=self.model 
        )
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Usando a Trainer classe encapsulada, crie um objeto dela da seguinte maneira.

trainer = SiftingImplementedTrainer( 
    model=model, 
    args=training_args, 
    train_dataset=small_train_dataset, 
    eval_dataset=small_eval_dataset
)

trainer.train()

Melhores práticas, considerações e solução de problemas

Práticas recomendadas

• A filtragem inteligente de dados SageMaker usa passes adicionais para analisar e filtrar seus 
dados de treinamento. Por sua vez, há menos retrocessos, pois dados menos impactantes são 
excluídos do seu trabalho de treinamento. Por esse motivo, os modelos que têm retrocessos 
longos ou caros obtêm os maiores ganhos de eficiência ao usar a peneiração inteligente. 
Enquanto isso, se o passe para frente do seu modelo demorar mais do que o passe para trás, a 
sobrecarga poderá aumentar o tempo total de treinamento. Para medir o tempo gasto em cada 
passagem, você pode executar um trabalho de treinamento piloto e coletar registros que registram 
o tempo nos processos. Considere também usar o SageMaker Profiler, que fornece ferramentas 
de criação de perfil e aplicativos de interface do usuário. Para saber mais, consulte Use o Amazon 
SageMaker Profiler para criar perfis de atividades em AWS recursos computacionais.

• SageMaker a peneiração inteligente oferece suporte ao treinamento de PyTorch modelos com 
paralelismo de dados tradicional e paralelismo de dados distribuídos, o que cria réplicas de 
modelos em todos os funcionários da GPU e usa a operação. AllReduce Ele não funciona com 
técnicas de paralelismo de modelos, incluindo paralelismo de dados fragmentados.

• Como a peneiração SageMaker inteligente funciona para trabalhos de paralelismo de dados, 
certifique-se de que o modelo que você treina caiba em cada memória da GPU.

• SageMaker a peneiração inteligente é executada em dados individuais em lotes durante o 
carregamento de dados, portanto, certifique-se de definir a estratégia de redução da função de 
PyTorch perda para "none" não redução. Quando reduction definida como "mean" ou"sum", 
a função de perda retorna um único valor de perda, o que faz com que a peneiração SageMaker 
inteligente não funcione corretamente.
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Solução de problemas

Se você encontrar um erro, poderá usar a lista a seguir para tentar solucionar o 
problema. Se precisar de mais suporte, entre em contato com a SageMaker equipe em
<sm-smart-sifting-feedback@amazon .com>.

Exceções da biblioteca de SageMaker peneiramento inteligente

Use a seguinte referência de exceções levantadas pela biblioteca SageMaker smart sifting para 
solucionar erros e identificar causas.

Nome da exceção Descrição

SiftConfigValidationException Extraído da biblioteca de filtragem SageMaker 
inteligente em caso de falta de qualquer chave 
Config ou tipo de valor não suportado para Sift 
Key

UnsupportedDataFormatException Extraído da biblioteca de peneiramento 
SageMaker inteligente no caso de alguma não 
ser compatível DataFormat com a lógica de 
peneiramento

LossImplementationNotProvidedException Lançado em caso de falta ou não implement 
ação da interface Loss

Segurança na peneiração SageMaker inteligente

Como a biblioteca de triagem SageMaker inteligente executa processos de remoção de amostras 
de treinamento menos valiosas, ela requer acesso total aos conjuntos de dados de treinamento à 
medida que são produzidos pelo carregador de dados. Esse acesso não é diferente do acesso já 
fornecido PyTorch no cenário normal de treinamento.

SageMaker O smart sifting tem registros integrados com implicações de segurança. Por padrão, 
os registros de seleção SageMaker inteligente são somente registros no nível do aplicativo que 
contêm métricas, latências e erros ou avisos do usuário. No entanto, os usuários podem optar por 
ativar registros detalhados, que registram dados completos do lote para mostrar quais amostras 
foram removidas de um determinado lote. Esses registros são emitidos usando registradores 
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Python e não são carregados ou armazenados em nenhum lugar pela biblioteca. No caso de envio 
automático de registros para serviços similares CloudWatch ou similares, observe que o uso de 
registros detalhados pode resultar no upload de dados de treinamento confidenciais da instância de 
treinamento.

Além do registro acima mencionado, o SageMaker smart sifting não tem nenhuma funcionalidade de 
rede nem interage com o sistema de arquivos local. Os dados do usuário são armazenados como 
objetos na memória durante todo o tempo em que são usados pela biblioteca.

SageMaker referência do SDK Python de filtragem inteligente

Esta página fornece uma referência dos módulos Python necessários para aplicar a peneiração 
SageMaker inteligente ao seu script de treinamento.

SageMaker módulos de configuração de peneiramento inteligente

class
smart_sifting.sift_config.sift_configs.RelativeProbabilisticSiftConfig()

A classe de configuração de peneiramento SageMaker inteligente.

Parâmetros

• beta_value(flutuante) — Um valor beta (constante) para calcular a probabilidade de selecionar 
uma amostra para treinamento com base no percentil da perda no histórico de valores de perda. 
Reduzir o valor beta resulta em uma porcentagem menor de dados filtrados, e aumentá-lo resulta 
em uma porcentagem maior de dados filtrados. Não há valor mínimo ou máximo para o valor beta, 
além disso, ele deve ser um valor positivo. Consulte a tabela de referência a seguir para obter as 
taxas de peneiramento em relação a. beta_value

beta_value Proporção de dados mantidos 
(%)

Proporção de dados 
eliminados (%)

0.1 90,91 9.01

0.25 80 20

0,5 66,67 33,33

1 50 50
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2 33,33 66,67

3 25 75

10 9.09 90,92

100 0,99 99,01

• loss_history_length(int) — O número de perdas de treinamento anteriores a serem 
armazenadas para a amostragem baseada na perda de limite relativo.

• loss_based_sift_config(dict ou um LossConfig objeto) — Especifique um LossConfig
objeto que retorne a configuração da interface SageMaker smart sifting Loss.

class smart_sifting.sift_config.sift_configs.LossConfig()

A classe de configuração para o loss_based_sift_config parâmetro da
RelativeProbabilisticSiftConfig classe.

Parâmetros

• sift_config(dict ou um SiftingBaseConfig objeto) — Especifique um
SiftingBaseConfig objeto que retorne um dicionário de configuração básica de filtragem.

class smart_sifting.sift_config.sift_configs.SiftingBaseConfig()

A classe de configuração para o sift_config parâmetro deLossConfig.

Parâmetros

• sift_delay(int) — O número de etapas de treinamento a serem esperadas antes de começar 
a peneirar. Recomendamos que você comece a filtrar depois que todas as camadas do modelo 
tiverem uma visão suficiente dos dados de treinamento. O valor padrão é 1000.

• repeat_delay_per_epoch(bool) — Especifique se a seleção deve ser adiada em cada época. 
O valor padrão é False.

SageMaker módulos de transformação em lote de dados de peneiração inteligente

class smart_sifting.data_model.data_model_interface.SiftingBatchTransform
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Um módulo Python de filtragem SageMaker inteligente para definir como realizar a transformação 
em lote. Usando isso, você pode configurar uma classe de transformação em lote que converte o 
formato de dados de seus dados de treinamento em SiftingBatch formato, que a peneiração 
SageMaker inteligente pode filtrar e acumular em um lote peneirado.

class smart_sifting.data_model.data_model_interface.SiftingBatch

Uma interface para definir um tipo de dados em lote que pode ser filtrado e acumulado.

class smart_sifting.data_model.list_batch.ListBatch

Um módulo para acompanhar um lote de listas para filtragem.

class smart_sifting.data_model.tensor_batch.TensorBatch

Um módulo para acompanhar um lote de tensores para peneiração.

SageMaker módulo de implementação de perdas por peneiramento inteligente

class smart_sifting.loss.abstract_sift_loss_module.Loss

Um módulo de embalagem para registrar a interface de peneiramento SageMaker inteligente na 
função de perda de um modelo baseado. PyTorch

SageMaker módulo de embalagem de carregador de dados de peneiração inteligente

class smart_sifting.dataloader.sift_dataloader.SiftingDataloader

Um módulo de embalagem para registrar a interface de peneiramento SageMaker inteligente no 
carregador de dados de um modelo baseado. PyTorch

O iterador Main Sifting Dataloader seleciona amostras de treinamento de um dataloader com base 
em uma configuração sift.

Parâmetros

• sift_config(ditado ou RelativeProbabilisticSiftConfig objeto) — Um
RelativeProbabilisticSiftConfig objeto.

• orig_dataloader(um PyTorch DataLoader objeto) — Especifique o objeto PyTorch Dataloader 
a ser encapsulado.

• batch_transforms(um SiftingBatchTransform objeto) — (Opcional) Se seu 
formato de dados não for suportado pela transformação padrão da biblioteca SageMaker 
smart sifting, você precisará criar uma classe de transformação em lote usando o
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SiftingBatchTransform módulo. Esse parâmetro é para passar a classe de transformação em 
lote que SiftingDataloader pode ser executada para converter os dados para que o algoritmo 
de peneiramento SageMaker inteligente possa aceitar.

• model(um objeto PyTorch modelo) — O PyTorch modelo original

• loss_impl(uma função de perda por peneiramento 
desmart_sifting.loss.abstract_sift_loss_module.Loss) — Uma função de perda por 
peneiramento que é configurada com o Loss módulo e envolve a função de perda. PyTorch

• log_batch_data(bool) — Especifique se deseja registrar dados em lote. Se definido comoTrue, 
a peneiração SageMaker inteligente registra os detalhes dos lotes que são mantidos ou 
peneirados. Recomendamos que você o ative somente para um trabalho de treinamento de 
pilotos. Quando o registro está ativado, as amostras são carregadas na GPU e transferidas para a 
CPU, o que gera sobrecarga. O valor padrão é False.

SageMaker notas de lançamento do smart sifting

Consulte as notas de versão a seguir para acompanhar as atualizações mais recentes do recurso de 
peneiramento SageMaker inteligente.

SageMaker notas de lançamento do smart sifting: 29 de novembro de 2023

Novos atributos

• Lançou a biblioteca de peneiramento SageMaker inteligente da Amazon no AWS re:Invent 2023.

Migração para Contêineres de Aprendizado Profundo AWS

• A biblioteca de peneiramento SageMaker inteligente passou no teste de integração e está 
disponível em AWS Deep Learning Containers. Para encontrar uma lista completa dos contêineres 
pré-construídos com a biblioteca de peneiramento SageMaker inteligente, consulte. the section 
called “Estruturas e AWS regiões suportadas”

Depure e melhore o desempenho do modelo

A essência do treinamento de modelos de aprendizado de máquina, redes neurais de aprendizado 
profundo e modelos de transformadores está em alcançar uma convergência estável de modelos 
e, como tal, state-of-the-art os modelos têm milhões, bilhões ou trilhões de parâmetros de modelo. 
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O número de operações para atualizar o número gigantesco de parâmetros do modelo durante 
cada iteração pode facilmente se tornar astronômico. Para identificar problemas de convergência do 
modelo, é importante poder acessar os parâmetros, ativações e gradientes do modelo calculados 
durante os processos de otimização.

SageMaker A Amazon fornece duas ferramentas de depuração para ajudar a identificar esses 
problemas de convergência e obter visibilidade de seus modelos.

Amazon SageMaker com TensorBoard

Para oferecer uma maior compatibilidade com as ferramentas comunitárias de código aberto na 
plataforma de SageMaker treinamento, SageMaker hospeda TensorBoard como um aplicativo 
no Domain. SageMaker  Você pode trazer seus trabalhos de treinamento SageMaker e continuar 
usando o redator de TensorBoard resumos para coletar os tensores de saída do modelo. Por 
ser TensorBoard implementado no SageMaker Domínio, ele também oferece mais opções para 
gerenciar perfis de usuário no SageMaker Domínio em sua AWS conta e fornece um controle preciso 
sobre os perfis de usuário ao conceder acesso a ações e recursos específicos. Para saber mais, 
consulte the section called “Use TensorBoard”.

SageMaker Depurador Amazon

O Amazon SageMaker Debugger é um recurso SageMaker que fornece ferramentas para registrar 
ganchos em retornos de chamada para extrair tensores de saída do modelo e salvá-los no Amazon 
Simple Storage Service. Ele fornece regras integradas para detectar problemas de convergência 
de modelos, como sobreajuste, funções de ativação saturadas, gradientes desaparecendo e muito 
mais. Você também pode configurar as regras integradas com o Amazon CloudWatch Events e AWS 
Lambda realizar ações automatizadas contra problemas detectados, além de configurar o Amazon 
Simple Notification Service para receber notificações por e-mail ou texto. Para saber mais, consulte
the section called “Usar o Depurador do SageMaker”.

Tópicos

• Use TensorBoard para depurar e analisar trabalhos de treinamento na Amazon SageMaker

• Use o Amazon SageMaker Debugger para depurar e melhorar o desempenho do modelo

• Acesse um contêiner de treinamento AWS Systems Manager para depuração remota

• Notas de lançamento sobre os recursos de depuração da Amazon SageMaker
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Use TensorBoard para depurar e analisar trabalhos de treinamento na 
Amazon SageMaker

O Amazon SageMaker with TensorBoard é um recurso da Amazon SageMaker que traz as 
ferramentas de visualização do TensorBoardto SageMaker, integradas ao SageMaker Training 
and Domain. Ele fornece opções para administrar sua AWS conta e os usuários pertencentes à 
conta por meio do SageMaker Domínio, para dar aos usuários do Domínio acesso aos TensorBoard 
dados com as permissões apropriadas para o Amazon S3 e ajudar os usuários do Domínio a realizar 
tarefas de depuração de modelos usando os plug-ins de visualização. TensorBoard SageMaker 
with TensorBoard é estendido com o plug-in SageMaker Data Manager, com o qual os usuários do 
domínio podem acessar várias tarefas de treinamento em um único local dentro do TensorBoard 
aplicativo.

Note

Esse recurso serve para treinar e depurar modelos de aprendizado profundo usando a 
PyTorch estrutura or. TensorFlow

Para cientistas de dados

O treinamento de modelos grandes pode ter problemas científicos que exigem que os cientistas 
de dados os depurem e resolvam a fim de melhorar a convergência do modelo e estabilizar os 
processos de gradiente descendente.

Quando você encontra problemas de treinamento do modelo, como perda não convergente ou 
desaparecimento ou explosão de pesos e gradientes, você precisa acessar os dados do tensor para 
aprofundar e analisar os parâmetros do modelo, os escalares e quaisquer métricas personalizadas. 
Usando SageMaker com TensorBoard, você pode visualizar os tensores de saída do modelo 
extraídos dos trabalhos de treinamento. Ao experimentar diferentes modelos, várias execuções de 
treinamento e hiperparâmetros de modelo, você pode selecionar vários trabalhos de treinamento 
TensorBoard e compará-los em um só lugar.

Para administradores

Por meio da página TensorBoard inicial no SageMaker console ou no SageMaker domínio, você 
pode gerenciar os usuários do TensorBoard aplicativo se for administrador de uma AWS conta ou 
SageMaker domínio. Cada usuário do domínio pode acessar seu próprio TensorBoard aplicativo com 
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as permissões concedidas. Como administrador do SageMaker domínio e usuário do domínio, você 
pode criar e excluir o TensorBoard aplicativo com o nível de permissão que você tem.

Estruturas compatíveis e Regiões da AWS

Esse recurso é compatível com as seguintes estruturas de aprendizado de máquina e Regiões da 
AWS.

Frameworks

• PyTorch

• TensorFlow

• Transformadores Hugging Face

Regiões da AWS

• Leste dos EUA (Norte da Virgínia) (us-east-1)

• Leste dos EUA (Ohio) (us-east-2)

• Oeste dos EUA (Oregon) (us-west-2)

• Europa (Frankfurt) (eu-central-1)

• Europa (Irlanda) (eu-west-1)

Note

A Amazon SageMaker TensorBoard executa o TensorBoard aplicativo em uma
ml.r5.large instância e incorre em cobranças após o nível SageMaker gratuito ou o 
período de teste gratuito do recurso. Para obter mais informações, consulte Definição de 
preço do Amazon SageMaker.

Pré-requisitos

A lista a seguir mostra os pré-requisitos para começar a usar. SageMaker TensorBoard

• Um SageMaker domínio configurado com a Amazon VPC em sua AWS conta.

Para obter instruções sobre como configurar um domínio, consulte Integrar o SageMaker domínio 
da Amazon usando a configuração rápida. Você também precisa adicionar perfis de usuário do 
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domínio para que usuários individuais TensorBoard acessem o SageMaker. Para obter mais 
informações, consulte Adicionar e remover perfis de usuário do SageMaker domínio.

• A lista a seguir é o conjunto mínimo de permissões para uso TensorBoard em SageMaker.

• sagemaker:CreateApp

• sagemaker:DeleteApp

• sagemaker:DescribeTrainingJob

• sagemaker:Search

• s3:GetObject

• s3:ListBucket

Prepare um trabalho de treinamento com uma configuração TensorBoard de dados de 
saída

Um trabalho de treinamento típico para aprendizado profundo SageMaker consiste em duas etapas 
principais: preparar um script de treinamento e configurar um iniciador de trabalhos de SageMaker 
treinamento. Nesta seção, você pode verificar as alterações necessárias para coletar dados 
TensorBoard compatíveis do SageMaker Treinamento.

Etapa 1: Modifique o script de treinamento

Certifique-se de determinar quais tensores e escalares de saída coletar e modificar as linhas de 
código em seu script de treinamento usando qualquer uma das seguintes ferramentas: TensorBoard 
X, TensorFlow Summary Writer, PyTorch Summary Writer ou SageMaker Debugger.

Além disso, certifique-se de especificar o caminho de saída de TensorBoard dados como o diretório 
de log (log_dir) para retorno de chamada no contêiner de treinamento.

Para obter mais informações sobre retornos de chamada por estrutura, consulte os recursos a 
seguir.

• Para PyTorch, use torch.utils.tensorboard. SummaryWriter. Consulte também as seções Usando 
escalares TensorBoard in PyTorch e Log nos PyTorchtutoriais. Como alternativa, você pode usar o
TensorBoardX Summary Writer.

LOG_DIR="/opt/ml/output/tensorboard"
tensorboard_callback=torch.utils.tensorboard.writer.SummaryWriter(log_dir=LOG_DIR)
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• Para TensorFlow, use o retorno de chamada nativo para TensorBoard tf.keras.callbacks. 
TensorBoard.

LOG_DIR="/opt/ml/output/tensorboard"
tensorboard_callback=tf.keras.callbacks.TensorBoard( 
    log_dir=LOG_DIR, histogram_freq=1)

• Para Transformers com PyTorch, você pode usar transformers.integrations. TensorBoardCallback.

Para Transformers com TensorFlow, use o tf.keras.tensorboard.callback e passe isso 
para o callback keras em transformers.

Tip

Também é possível usar um caminho de saída local de contêiner diferente. No entanto, 
emEtapa 2: Construir um lançador SageMaker de treinamento com configuração 
TensorBoard de dados, você deve mapear os caminhos corretamente SageMaker para 
pesquisar com êxito o caminho local e salvar os TensorBoard dados no bucket de saída do 
S3.

• Para obter orientação sobre como modificar scripts de treinamento usando a biblioteca SageMaker 
Debugger Python, consulte. the section called “Etapa 1: Adapte seu script de treinamento para 
registrar um hook”

Etapa 2: Construir um lançador SageMaker de treinamento com configuração TensorBoard de dados

Use o sagemaker.debugger.TensorBoardOutputConfig ao configurar um estimador de 
SageMaker estrutura. Essa API de configuração mapeia o bucket do S3 que você especifica para 
salvar TensorBoard dados com o caminho local no contêiner de treinamento (/opt/ml/output/
tensorboard). Passe o objeto do módulo para o parâmetro tensorboard_output_config
da classe do estimador. O trecho de código a seguir mostra um exemplo de preparação de um 
TensorFlow estimador com o TensorBoard parâmetro de configuração de saída.

Note

Este exemplo pressupõe que você use o SDK do SageMaker Python. Se você usa 
a SageMaker API de baixo nível, deve incluir o seguinte na sintaxe de solicitação da
CreateTrainingJobAPI.
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"TensorBoardOutputConfig": {  
  "LocalPath": "/opt/ml/output/tensorboard", 
  "S3OutputPath": "s3_output_bucket"
}

from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import TensorBoardOutputConfig

# Set variables for training job information,  
# such as s3_out_bucket and other unique tags.
...  

LOG_DIR="/opt/ml/output/tensorboard"

output_path = os.path.join( 
    "s3_output_bucket", "sagemaker-output", "date_str", "your-training_job_name"
)

tensorboard_output_config = TensorBoardOutputConfig( 
    s3_output_path=os.path.join(output_path, 'tensorboard'), 
    container_local_output_path=LOG_DIR
)

estimator = TensorFlow( 
    entry_point="train.py", 
    source_dir="src", 
    role=role, 
    image_uri=image_uri, 
    instance_count=1, 
    instance_type="ml.c5.xlarge", 
    base_job_name="your-training_job_name", 
     tensorboard_output_config=tensorboard_output_config,
    hyperparameters=hyperparameters
)

Como acessar TensorBoard em SageMaker

Você pode acessar TensorBoard por dois métodos: programaticamente usando o
sagemaker.interactive_apps.tensorboard módulo que gera uma URL não assinada ou 
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pré-assinada, ou usando a página TensorBoard inicial no console. SageMaker Depois de abrir 
TensorBoard, SageMaker executa o TensorBoard plug-in e encontra automaticamente todos os 
dados de saída do trabalho de treinamento em formato TensorBoard de arquivo compatível.

Tópicos

• Abra TensorBoard usando o sagemaker.interactive_apps.tensorboard módulo

• Abra TensorBoard usando a get_app_url função como um método estimator de classe

• Abra TensorBoard através do SageMaker console

Abra TensorBoard usando o sagemaker.interactive_apps.tensorboard módulo

O sagemaker.interactive_apps.tensorboard módulo fornece uma função chamada
get_app_url that gera URLs não assinadas ou pré-assinadas para abrir o TensorBoard aplicativo 
em qualquer ambiente no Amazon SageMaker EC2. Isso é para fornecer uma experiência unificada 
para usuários do Studio Classic e não do Studio Classic. Para o ambiente Studio, você pode abrir 
TensorBoard executando a get_app_url() função como ela está ou também pode especificar 
um nome de trabalho para iniciar o rastreamento quando o TensorBoard aplicativo for aberto. 
Para ambientes que não sejam do Studio Classic, você pode abrir TensorBoard fornecendo suas 
informações de domínio e perfil de usuário para a função do utilitário. Com essa funcionalidade, 
independentemente de onde ou como você executa o código de treinamento e inicia trabalhos de 
treinamento, você pode acessar diretamente TensorBoard executando a get_app_url função em 
seu notebook ou terminal Jupyter.

Note

Essa funcionalidade está disponível no SageMaker Python SDK v2.184.0 e versões 
posteriores. Para usar essa funcionalidade, certifique-se de atualizar o SDK executando pip 
install sagemaker --upgrade.

Tópicos

• Opção 1: Para SageMaker Studio Classic

• Opção 2: Para ambientes que não sejam do Studio Classic
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Opção 1: Para SageMaker Studio Classic

Se você estiver usando o SageMaker Studio Classic, poderá abrir diretamente o TensorBoard 
aplicativo ou recuperar uma URL não assinada executando a get_app_url função da seguinte 
maneira. Como você já está no ambiente Studio Classic e está conectado como usuário do domínio,
get_app_url() gera uma URL não assinada porque não é necessário se autenticar novamente.

Para abrir o TensorBoard aplicativo

O código a seguir abre automaticamente o TensorBoard aplicativo a partir da URL não assinada que 
a get_app_url() função retorna no navegador padrão do seu ambiente.

from sagemaker.interactive_apps import tensorboard

region = "us-west-2"
app = tensorboard.TensorBoardApp(region)

app.get_app_url( 
    training_job_name="your-training_job_name" # Optional. Specify the job name to 
 track a specific training job  
)

Para recuperar um URL não assinado e abrir o aplicativo manualmente TensorBoard

O código a seguir imprime uma URL não assinada que você pode copiar para um navegador da Web 
e abrir o TensorBoard aplicativo.

from sagemaker.interactive_apps import tensorboard

region = "us-west-2"
app = tensorboard.TensorBoardApp(region)
print("Navigate to the following URL:")
print( 
    app.get_app_url( 
        training_job_name="your-training_job_name", # Optional. Specify the name of the 
 job to track. 
        open_in_default_web_browser=False           # Set to False to print the URL to 
 terminal. 
    )
)
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Observe que, se você executar as duas amostras de código anteriores fora do ambiente SageMaker 
Studio Classic, a função retornará uma URL para a página TensorBoard inicial no SageMaker 
console, pois elas não têm informações de login no seu domínio e perfil de usuário. Para criar um 
URL pré-assinado, consulte a Opção 2 na seção a seguir.

Opção 2: Para ambientes que não sejam do Studio Classic

Se você usa ambientes que não são do Studio Classic, como a instância do SageMaker Notebook 
ou o Amazon EC2, e deseja TensorBoard abrir diretamente do ambiente em que está, você precisa 
gerar uma URL pré-assinada com suas informações de domínio e perfil de usuário. Uma URL pré-
assinada é uma URL que está conectada ao Amazon SageMaker Studio Classic enquanto a URL 
está sendo criada com seu domínio e perfil de usuário e, portanto, concede acesso a todos os 
aplicativos e arquivos de domínio associados ao seu domínio. Para abrir TensorBoard por meio de 
um URL pré-assinado, use a get_app_url função com seu domínio e nome de perfil de usuário da 
seguinte forma.

Observe que essa opção exige que o usuário do domínio tenha a permissão
sagemaker:CreatePresignedDomainUrl. Sem a permissão, o usuário do domínio receberá um 
erro de exceção.

Important

Não compartilhe nenhum URL pré-assinado. A função get_app_url cria URLs pré-
assinados, que se autenticam automaticamente com o domínio e perfil de usuário e dão 
acesso a todos os aplicativos e arquivos associados ao domínio.

print( 
    app.get_app_url( 
        training_job_name="your-training_job_name", # Optional. Specify the name of the 
 job to track. 
        create_presigned_domain_url=True,           # Reguired to be set to True for 
 creating a presigned URL. 
        domain_id="your-domain-id",                 # Required if creating a presigned 
 URL (create_presigned_domain_url=True). 
        user_profile_name="your-user-profile-name", # Required if creating a presigned 
 URL (create_presigned_domain_url=True). 
        open_in_default_web_browser=False,          # Optional. Set to False to print 
 the URL to terminal. 
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        optional_create_presigned_url_kwargs={}     # Optional. Add any additional args 
 for Boto3 create_presigned_domain_url 
    )
)

Tip

A função get_app_url executa a API
SageMaker.Client.create_presigned_domain_url AWS SDK for Python (Boto3) 
no back-end. Como a create_presigned_domain_url API Boto3 cria URLs de domínio 
pré-assinados que expiram em 300 segundos por padrão, os URLs de TensorBoard 
aplicativos pré-assinados também expiram em 300 segundos. Se você quiser estender 
o tempo de expiração, passe o argumento ExpiresInSeconds para o argumento
optional_create_presigned_url_kwargs da função get_app_url da seguinte 
maneira:

optional_create_presigned_url_kwargs={"ExpiresInSeconds": 1500}

Note

Se alguma de suas entradas passadas para os argumentos de get_app_url for inválida, 
a função exibirá um URL para a página de TensorBoard destino em vez de abrir o 
TensorBoard aplicativo. A mensagem de saída seria semelhante ao seguinte:

Navigate to the following URL:
https://us-west-2.console.aws.amazon.com/sagemaker/home?region=us-west-2#/
tensor-board-landing

Abra TensorBoard usando a get_app_url função como um método estimator de classe

Se você estiver executando um trabalho de treinamento usando a estimator classe do SDK 
do SageMaker Python e tiver um objeto ativo da estimator classe, também poderá acessar a
get_app_urlfunção como um método de classe da classe. estimator Abra o TensorBoard 
aplicativo ou recupere um URL não assinado executando o get_app_url método da seguinte 
maneira. O método de get_app_url classe extrai o nome do trabalho de treinamento do estimador 
e abre o TensorBoard aplicativo com o trabalho especificado.
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Note

Essa funcionalidade está disponível no SageMaker Python SDK v2.184.0 e versões 
posteriores. Para usar essa funcionalidade, certifique-se de atualizar o SDK executando pip 
install sagemaker --upgrade.

Tópicos

• Opção 1: Para SageMaker Studio Classic

• Opção 2: Para ambientes que não sejam do Studio Classic

Opção 1: Para SageMaker Studio Classic

Para abrir o TensorBoard aplicativo

O código a seguir abre automaticamente o TensorBoard aplicativo a partir da URL não assinada que 
o get_app_url() método retorna no navegador padrão do seu ambiente.

estimator.get_app_url( 
    app_type=SupportedInteractiveAppTypes.TENSORBOARD # Required.
)

Para recuperar um URL não assinado e abrir o aplicativo manualmente TensorBoard

O código a seguir imprime uma URL não assinada que você pode copiar para um navegador da Web 
e abrir o TensorBoard aplicativo.

print( 
    estimator.get_app_url( 
        app_type=SupportedInteractiveAppTypes.TENSORBOARD, # Required. 
        open_in_default_web_browser=False, # Optional. Set to False to print the URL to 
 terminal. 
    )
) 

Observe que, se você executar as duas amostras de código anteriores fora do ambiente SageMaker 
Studio Classic, a função retornará uma URL para a página TensorBoard inicial no SageMaker 
console, pois elas não têm informações de login no seu domínio e perfil de usuário. Para criar um 
URL pré-assinado, consulte a Opção 2 na seção a seguir.
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Opção 2: Para ambientes que não sejam do Studio Classic

Se você usa ambientes que não são do Studio Classic, como a instância do SageMaker Notebook 
e o Amazon EC2, e deseja gerar uma URL pré-assinada para abrir TensorBoard o aplicativo, use
get_app_url o método com suas informações de domínio e perfil de usuário da seguinte forma.

Observe que essa opção exige que o usuário do domínio tenha a permissão
sagemaker:CreatePresignedDomainUrl. Sem a permissão, o usuário do domínio receberá um 
erro de exceção.

Important

Não compartilhe nenhum URL pré-assinado. A função get_app_url cria URLs pré-
assinados, que se autenticam automaticamente com o domínio e perfil de usuário e dão 
acesso a todos os aplicativos e arquivos associados ao domínio.

print( 
    estimator.get_app_url( 
        app_type=SupportedInteractiveAppTypes.TENSORBOARD, # Required 
        create_presigned_domain_url=True,           # Reguired to be set to True for 
 creating a presigned URL. 
        domain_id="your-domain-id",                 # Required if creating a presigned 
 URL (create_presigned_domain_url=True). 
        user_profile_name="your-user-profile-name", # Required if creating a presigned 
 URL (create_presigned_domain_url=True). 
        open_in_default_web_browser=False,            # Optional. Set to False to print 
 the URL to terminal. 
        optional_create_presigned_url_kwargs={}       # Optional. Add any additional 
 args for Boto3 create_presigned_domain_url 
    )
) 

Abra TensorBoard através do SageMaker console

Você também pode usar a interface do SageMaker console para abrir o TensorBoard aplicativo. Há 
duas opções para abrir o TensorBoard aplicativo pelo SageMaker console.

Tópicos

• Opção 1: iniciar TensorBoard a partir da página de detalhes do domínio
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• Opção 2: iniciar TensorBoard a partir da página TensorBoard de destino

Opção 1: iniciar TensorBoard a partir da página de detalhes do domínio

Navegue até a página de detalhes do domínio

O procedimento a seguir mostra como navegar até a página de detalhes do domínio.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Na lista de domínios, selecione o domínio no qual você deseja iniciar o TensorBoard aplicativo.

Executar um aplicativo de perfil de usuário

O procedimento a seguir mostra como iniciar um aplicativo Studio Classic que tem como escopo um 
perfil de usuário.

1. Na página Detalhes do domínio, escolha a aba Perfis de usuário.

2. Identifique o perfil de usuário para o qual você deseja iniciar o aplicativo Studio Classic.

3. Escolha Iniciar para o perfil de usuário selecionado e, em seguida, escolha TensorBoard.

Opção 2: iniciar TensorBoard a partir da página TensorBoard de destino

O procedimento a seguir descreve como iniciar um TensorBoard aplicativo a partir da TensorBoard 
página inicial.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação esquerdo, escolha TensorBoard.

3. Em Começar, selecione o domínio no qual você deseja iniciar o aplicativo Studio Classic. Se o 
seu perfil de usuário pertencer apenas a um domínio, você não verá a opção para selecionar um 
domínio.

4. Selecione o perfil de usuário para o qual você deseja iniciar o aplicativo Studio Classic. Se não 
houver perfil de usuário no domínio, escolha Criar perfil de usuário. Para obter mais informações, 
consulte Remover perfis de usuário.

5. Escolha Abrir TensorBoard.
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A captura de tela a seguir mostra a localização de TensorBoard no painel de navegação esquerdo do 
SageMaker console e a página TensorBoard inicial SageMaker com no painel principal.

Acesse e visualize os dados de saída do treinamento em TensorBoard

Você pode realizar uma análise on-line ou off-line carregando os tensores de saída coletados dos 
buckets S3 combinados com trabalhos de treinamento durante ou após o treinamento.

Quando você abre o TensorBoard aplicativo, TensorBoard abre com a guia Gerenciador de 
SageMaker dados. A captura de tela a seguir mostra a visualização completa da guia Gerenciador de 
SageMaker dados no TensorBoard aplicativo.
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Na guia Gerenciador de SageMaker dados, você pode selecionar qualquer trabalho de treinamento e 
carregar dados TensorBoard de saída de treinamento compatíveis do Amazon S3.

1. Na seção Pesquisar trabalhos de treinamento, use os filtros para restringir a lista de trabalhos de 
treinamento que você deseja encontrar, carregar e visualizar.

2. Na seção Lista de trabalhos de treinamento, use as caixas de seleção para escolher os trabalhos 
de treinamento dos quais você deseja extrair dados e visualizar para depuração.

3. Escolha Adicionar trabalhos selecionados. Os trabalhos selecionados devem aparecer na seção
Trabalhos de treinamento monitorados, conforme mostrado na captura de tela a seguir.

Use TensorBoard 3350



Amazon SageMaker Guia do Desenvolvedor

Note

A guia Gerenciador de SageMaker dados mostra somente os trabalhos de treinamento 
configurados com o TensorBoardOutputConfig parâmetro. Verifique se você configurou 
o SageMaker estimador com esse parâmetro. Para ter mais informações, consulte Etapa 2: 
Construir um lançador SageMaker de treinamento com configuração TensorBoard de dados.

Note

As guias de visualização podem não aparecer se você estiver usando SageMaker com 
TensorBoard pela primeira vez ou se nenhum dado for carregado de um uso anterior. 
Depois de adicionar trabalhos de treinamento e esperar alguns segundos, atualize o 
visualizador escolhendo a seta circular no sentido horário no canto superior direito. As guias 
de visualização devem aparecer depois que os dados do trabalho forem carregados com 
êxito. Você também pode configurar a atualização automática usando o botão Configurações
ao lado do botão de atualização no canto superior direito.
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Explore os dados de resultados de treinamento visualizados em TensorBoard

Nas guias gráficas, você pode ver a lista dos trabalhos de treinamento carregados no painel 
esquerdo. Você também pode usar as caixas de seleção dos trabalhos de treinamento para 
mostrar ou ocultar visualizações. Os plug-ins TensorBoard dinâmicos são ativados dinamicamente, 
dependendo de como você configurou seu script de treinamento para incluir redatores de resumos 
e retornos de chamada de transmissão para coleção de tensores e escalares e, portanto, as guias 
gráficas também aparecem dinamicamente. As capturas de tela a seguir mostram exemplos de 
visualizações de cada guia com a visualização de dois trabalhos de treinamento que coletaram 
métricas para plug-ins de séries temporais, escalares, gráficos, distribuição e histogramas.

A visualização da guia SÉRIES TEMPORAIS

A visualização da guia SCALARS
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A visualização da guia GRÁFICOS
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A visualização da guia DISTRIBUIÇÕES

A visualização da guia HISTOGRAMAS
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Excluir aplicativos não utilizados TensorBoard

Depois de concluir o monitoramento e a experimentação dos trabalhos em TensorBoard, encerre o 
TensorBoard aplicativo.

1. Abra o SageMaker console.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Escolha o seu domínio.

5. Escolha seu perfil de usuário.

6. Em Aplicativos, escolha Excluir aplicativo para a TensorBoard linha.

7. Escolha Sim, excluir o aplicativo.

8. Digite delete no campo de texto e escolha Excluir.

9. Uma mensagem azul deve aparecer na parte superior da tela: o padrão está sendo excluído.

Considerações

Considere o seguinte ao usar SageMaker com TensorBoard.
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• Você não pode compartilhar os TensorBoard aplicativos para fins de colaboração porque o 
SageMaker Domínio não permite o compartilhamento de aplicativos entre usuários. Os usuários 
podem compartilhar os tensores de saída salvos em um bucket do S3, se tiverem acesso ao 
bucket.

• Os plug-ins de visualização podem não aparecer quando você inicia o TensorBoard aplicativo pela 
primeira vez. Depois de selecionar trabalhos de treinamento no plug-in SageMaker Data Manager, 
o TensorBoard aplicativo carrega os TensorBoard dados e preenche os plug-ins de visualização.

• Os TensorBoard aplicativos são desligados automaticamente após 1 hora de inatividade. Se você 
quiser encerrar o aplicativo quando terminar de usá-lo, desligue-o manualmente TensorBoard para 
evitar pagar pela instância que o hospeda. Para obter instruções sobre como excluir o aplicativo, 
consulte Excluir aplicativos não utilizados TensorBoard .

Use o Amazon SageMaker Debugger para depurar e melhorar o 
desempenho do modelo

Depure os tensores de saída do modelo de trabalhos de treinamento de machine learning em tempo 
real e detecte problemas não convergentes usando o Amazon SageMaker Debugger.

Recursos do Amazon SageMaker Debugger

Um trabalho de treinamento de machine learning (ML) pode ter problemas como sobreajuste, 
funções de ativação com saturação e gradientes que se diminuem, o que pode comprometer a 
performance do modelo.

O Depurador do SageMaker fornece ferramentas para depurar trabalhos de treinamento e resolver 
esses problemas para melhorar a performance do seu modelo. O Depurador também oferece 
ferramentas para enviar alertas quando anomalias de treinamento são encontradas, executar ações 
contra os problemas e identificar a causa raiz deles por meio da visualização ao coletar métricas e 
tensores.

O Depurador do SageMaker é compatível com os frameworks Apache MXNet, PyTorch, TensorFlow 
e XGBoost. Para obter mais informações sobre frameworks e versões disponíveis suportadas pelo 
Depurador do SageMaker, consulte Algoritmos e frameworks com suporte.

Usar o Depurador do SageMaker 3356



Amazon SageMaker Guia do Desenvolvedor

O fluxo de trabalho de alto nível do Depurador é o seguinte:

1. Modifique seu script de treinamento com o SDK Python sagemaker-debugger, se necessário.

2. Configure um trabalho de treinamento do SageMaker com o Depurador do SageMaker.

• Configure usando a API do Estimador do SageMaker (para SDK Python).

• Configure usando a solicitação do SageMaker CreateTrainingJob (para Boto3 ou CLI).

• Configure contêineres de treinamento personalizados com o Depurador do SageMaker.

3. Inicie um trabalho de treinamento e monitore os problemas de treinamento em tempo real.

• Lista de regras integradas do Debugger.

4. Seja alertado e tome medidas imediatas contra os problemas de treinamento.

• Receba mensagens de texto e e-mails e interrompa os trabalhos de treinamento quando forem 
encontrados problemas de treinamento no uso de Ações integradas do Debugger para regras.

• Configure suas próprias ações usando o Amazon CloudWatch Events e AWS Lambda

5. Explore uma análise profunda dos problemas de treinamento.

• Para a depuração de tensores de saída do modelo, consulte Visualize os tensores de saída do 
Debugger no TensorBoard.

6. Corrija os problemas, considere as sugestões fornecidas pelo Depurador e repita as etapas de 1 a 
5 até otimizar seu modelo e atingir a precisão desejada.

O guia do desenvolvedor do Depurador do SageMaker explica os tópicos a seguir.

Tópicos
Usar o Depurador do SageMaker 3357

https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-createtrainingjob-api.html


Amazon SageMaker Guia do Desenvolvedor

• Algoritmos e frameworks com suporte

• Arquitetura do Amazon SageMaker Debugger

• Comece a usar os tutoriais do Debugger

• Depure trabalhos de treinamento usando o Amazon SageMaker Debugger

• Lista de regras integradas do Debugger

• Crie regras personalizadas do Debugger para Análise de trabalho de treinamento

• Use o Depurador com contêineres de treinamento personalizados

• Configurar o Debugger usando a API do Amazon SageMaker

• Melhores práticas para o Amazon SageMaker Debugger

• Tópicos avançados e documentação de referência do Amazon SageMaker Debugger

Algoritmos e frameworks com suporte

A tabela a seguir mostra os frameworks e algoritmos de machine learning do SageMaker com 
suporte do Depurador.

SageMaker-supported frameworks and 
algorithms

Debugging output tensors

TensorFlow Contêineres AWS de aprendizado profundo 
TensorFlow 1.15.4 ou posterior

PyTorch Contêineres de aprendizado profundo PyTorch 
AWS 1.5.0 ou posterior

MXNet Contêineres de aprendizado profundo PyTorch 
AWS 1.6.0 ou posterior

XGBoost 1,0-1, 1,2-1, 1,3-1

Estimador genérico do SageMaker Contêineres de treinamento personalizados
(disponíveis para TensorFlow, PyTorch, MXNet 
e XGBoost com inscrição manual de hook)
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• Depuração de tensores de saída – Monitore e depure os parâmetros do modelo, como pesos, 
gradientes, tendenciosos e valores escalares do seu trabalho de treinamento. Frameworks de 
aprendizado profundo disponíveis são o Apache MXNet, TensorFlow, PyTorch e XGBoost.

Important

Para o framework do TensorFlow com Keras, o Depurador do SageMaker deprecia 
o suporte à alteração de código zero para modelos de depuração criados usando os 
módulos tf.keras do TensorFlow 2.6 e versões posteriores. Isso se deve às alterações 
significativas anunciadas na nota de lançamento do TensorFlow 2.6.0. Para obter 
instruções sobre como atualizar seu script de treinamento, consulte the section called 
“TensorFlow”.

Important

A partir do PyTorch v1.12.0 e versões posteriores, o Depurador do SageMaker deprecia o 
suporte à alteração de código zero para modelos de depuração.
Isso ocorre devido a alterações significativas que fazem com que o Depurador do 
SageMaker interfira na funcionalidade torch.jit. Para obter instruções sobre como 
atualizar seu script de treinamento, consulte the section called “PyTorch”.

Se o framework ou o algoritmo que você deseja treinar e depurar não estiver listado na tabela, vá 
para o Fórum de discussão AWS e deixe comentários sobre o Depurador do SageMaker.

Regiões da AWS

O Amazon SageMaker Debugger está disponível em todas as regiões em que o Amazon SageMaker 
está em serviço, exceto na região a seguir.

• Ásia-Pacífico (Jacarta): ap-southeast-3

Para descobrir se o Amazon SageMaker está em serviço no seu Região da AWS, consulte os 
Serviços Regionais AWS.
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Use o Depurador com contêineres de treinamento personalizados

Traga seus contêineres de treinamento para o SageMaker e obtenha insights sobre seus trabalhos 
de treinamento usando o Depurador. Maximize sua eficiência de processamento otimizando seu 
modelo nas instâncias do Amazon EC2, usando os recursos de monitoramento e depuração.

Para obter mais informações sobre como compilar seu contêiner de treinamento com a biblioteca de 
cliente sagemaker-debugger, enviá-lo para o Amazon Elastic Container Registry (Amazon ECR), 
monitorar e depurar, consulte Use o Depurador com contêineres de treinamento personalizados.

Repositórios do GitHub de Código Aberto do Depurador

As APIs do Depurador são fornecidas por meio doSageMaker Python SDK e projetadas para criar 
hooks do Depurador e configuração de regras para as operações de API CreateTrainingJob e 
DescribeTrainingJob do SageMaker. A biblioteca de clientes sagemaker-debugger fornece 
ferramentas para registrar hooks e acessar os dados de treinamento por meio de seu recurso 
de avaliação, por meio de suas operações de API flexíveis e avançadas. Ela é compatível com 
frameworks de machine learning TensorFlow, PyTorch, MXNet e XGBoost no Python 3.6 e posterior.

Para recursos diretos sobre o Depurador e as operações de API sagemaker-debugger, consulte 
os seguintes links:

• A documentação do Amazon SageMaker Python SDK

• As APIs do Depurador - Amazon SageMaker Python SDK

• Os documentos do SDK Python sagemaker-debugger para a biblioteca de clientes de código 
aberto Amazon SageMaker Debugger

• O PyPi sagemaker-debugger

Se você usa o SDK para Java para realizar trabalhos de treinamento do SageMaker e quiser 
configurar as APIs do Depurador, consulte as seguintes referências:

• Operações de API do Amazon SageMaker Debugger

• Configurar o Debugger usando a API do Amazon SageMaker

Arquitetura do Amazon SageMaker Debugger

Este tópico fornece a você uma visão geral de alto nível do fluxo de trabalho do Amazon SageMaker 
Debugger.
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O Depurador oferece suporte à funcionalidade do perfilador para otimização de performance e para 
identificar problemas de computação, como gargalos e subutilização do sistema, além de ajudar a 
otimizar a utilização de recursos de hardware em escala.

A funcionalidade de depuração do Depurador para a otimização de modelos consiste em analisar 
problemas de treinamento não convergentes que podem surgir e, ao mesmo tempo, minimizar as 
funções de perda usando algoritmos de otimização, como gradiente descendente e suas variações.

O diagrama a seguir mostra a arquitetura do Depurador do SageMaker. Os blocos com linhas de 
limite em negrito são o que o Depurador gerencia para analisar o seu trabalho de treinamento.
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O Depurador armazena os seguintes dados de seus trabalhos de treinamento no seu bucket seguro 
do Amazon S3:

• Tensores de saída – Coleções de escalares e parâmetros de modelo que são continuamente 
atualizados durante as passagens de avanço e retorno durante o treinamento de modelos de ML. 
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Os tensores de saída incluem valores escalares (precisão e perda) e matrizes (pesos, gradientes, 
camadas de entrada e camadas de saída).

Note

Por padrão, o Depurador monitora e depura trabalhos de treinamento do SageMaker sem 
nenhum parâmetro específico do Depurador configurado nos estimadores do SageMaker. 
O Depurador coleta métricas do sistema a cada 500 milissegundos e tensores de saída 
básicos (saídas escalares, como perda e precisão) a cada 500 etapas. Ele também 
executa a regra ProfilerReport para analisar as métricas do sistema e agregar insights 
e paineis do Depurador do Studio e um perfilador de relatório. O Depurador salva os dados 
de saída em seu bucket protegido do Amazon S3.

As regras integradas do Depurador são executadas em contêineres de processamento projetados 
para avaliar modelos de machine learning ao processar os dados de treinamento coletados em seu 
bucket do S3 (consulte Dados processados avaliar modelos). As regras integradas são totalmente 
gerenciadas pelo Depurador. Você também pode criar suas próprias regras personalizadas para o 
seu modelo e monitorar qualquer problema que desejar.

Comece a usar os tutoriais do Debugger

Os tópicos a seguir orientam você pelos tutoriais, desde os básicos até os casos de uso avançados 
de monitoramento, criação de perfil e depuração de trabalhos de treinamento do SageMaker usando 
o Debugger. Explore os atributos do Debugger e saiba como você pode depurar e melhorar seus 
modelos de machine learning de forma eficiente usando o Debugger.

Tópicos

• Vídeos tutoriais do Debugger

• Blocos de anotações do Debugger

• Demonstrações e visualização avançadas do Debugger

Vídeos tutoriais do Debugger

Os vídeos a seguir fornecem um tour pelos recursos do Amazon SageMaker Debugger usando 
instâncias do SageMaker Studio e SageMaker do notebook.

Tópicos
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• Depure modelos com o Amazon SageMaker Debugger no Studio

• Aprofunde-se no Amazon SageMaker Debugger and Model Monitor SageMaker

Depure modelos com o Amazon SageMaker Debugger no Studio

Julien Simon, evangelista técnico da AWS | Duração: 14 minutos e 17 segundos

Este vídeo tutorial demonstra como usar o Amazon SageMaker Debugger para capturar e 
inspecionar informações de depuração de um modelo de treinamento. O exemplo de modelo de 
treinamento usado neste vídeo é uma rede neural convolucional simples (CNN) baseada em Keras 
com o back-end. TensorFlow SageMaker em uma TensorFlow estrutura e o Debugger permitem 
que você crie um estimador diretamente usando o script de treinamento e depure o trabalho de 
treinamento.

Depure modelos com o Amazon SageMaker Debugger (parte 1)

É possível encontrar o bloco de anotações de exemplo no vídeo neste repositório de demonstrações 
do Studio fornecido pelo autor. Você precisa clonar o arquivo do debugger.ipynb notebook 
e o script de mnist_keras_tf.py treinamento no seu SageMaker Studio ou em uma 
instância do SageMaker notebook. Depois de clonar os dois arquivos, especifique o caminho
keras_script_path para o arquivo mnist_keras_tf.py dentro do bloco de anotações
debugger.ipynb. Por exemplo, se você clonou os dois arquivos no mesmo diretório, defina-o 
como keras_script_path = "mnist_keras_tf.py".

Aprofunde-se no Amazon SageMaker Debugger and Model Monitor SageMaker

Julien Simon, evangelista técnico da AWS | Duração: 44 minutos e 34 segundos

Esta sessão de vídeo explora os recursos avançados do Debugger e do SageMaker Model Monitor 
que ajudam a aumentar a produtividade e a qualidade de seus modelos. Primeiro, esse vídeo mostra 
como detectar e corrigir problemas de treinamento, visualizar tensores e aprimorar modelos com o 
Debugger. A seguir, às 22:41, o vídeo mostra como monitorar modelos em produção e identificar 
problemas de previsão, como recursos ausentes ou desvio de dados usando o Model Monitor. 
SageMaker Por fim, ele oferece dicas de otimização de custos para ajudá-lo a aproveitar ao máximo 
seu orçamento de machine learning.

Depurar modelos com o Debugger (parte 2)

É possível encontrar o bloco de anotações de exemplo do vídeo neste repositório do Dev Days 2020 
da AWS oferecido pelo autor.
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https://www.youtube.com/embed/MqPdTj0Znwg
https://gitlab.com/juliensimon/amazon-studio-demos/-/tree/master
https://gitlab.com/juliensimon/amazon-studio-demos/-/tree/master
https://www.youtube.com/embed/0zqoeZxakOI
https://gitlab.com/juliensimon/awsdevdays2020/-/tree/master/mls1
https://gitlab.com/juliensimon/awsdevdays2020/-/tree/master/mls1
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Blocos de anotações do Debugger

Os cadernos de exemplo do SageMaker Debugger são fornecidos no repositório aws/amazon-
sagemaker-examples. Os cadernos de exemplo do Debugger orientam você nos casos de uso 
básicos e avançados de trabalhos de treinamento de depuração e criação de perfil.

Recomendamos que você execute os cadernos de exemplo no SageMaker Studio ou em uma 
instância do caderno do SageMaker porque a maioria dos exemplos foi projetada para trabalhos 
de treinamento no ecossistema do SageMaker, incluindo Amazon EC2, Amazon S3 e Amazon 
SageMaker Python SDK.

Para clonar o repositório de exemplo no SageMaker Studio, siga as instruções no Amazon 
SageMaker Studio Tour.

Para encontrar os exemplos em uma instância do caderno do SageMaker, siga as instruções em
cadernos de exemplo de instância do SageMaker Notebook.

Important

Para usar os novos atributos do Debugger, você precisa atualizar o SageMaker Python SDK 
e a biblioteca cliente. SMDebug No kernel do IPython, no caderno Jupyter ou no ambiente do 
JupyterLab, execute o código a seguir para instalar as versões mais recentes das bibliotecas 
e reiniciar o kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)

Cadernos de exemplo de Debugger para criação de perfis de trabalhos de treinamento

A lista a seguir mostra exemplos de cadernos do Debugger que apresentam a adaptabilidade do 
Debugger para monitorar e criar perfis de tarefas de treinamento para vários modelos, conjuntos de 
dados e estruturas de machine learning.
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https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/
https://github.com/aws/amazon-sagemaker-examples
https://github.com/aws/amazon-sagemaker-examples
https://docs.aws.amazon.com/sagemaker/latest/dg/gs-studio-end-to-end.html
https://docs.aws.amazon.com/sagemaker/latest/dg/gs-studio-end-to-end.html
https://docs.aws.amazon.com/sagemaker/latest/dg/howitworks-nbexamples.html
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Título do 
caderno

Framework Modelo Conjunto de 
dados

Descrição

Análise de 
dados de 
perfil do 
Amazon 
SageMaker 
Debugger

TensorFlow Keras 
ResNet50

Cifar-10 Este caderno fornece uma 
introdução à análise interativa 
de dados perfilados capturado 
s pelo SageMaker Debugger. 
Explore a funcionalidade 
completa das ferramentas de 
análise interativa SMDebug.

Crie perfis de 
treinamento 
de machine 
learning com 
o Amazon 
SageMaker 
Debugger

TensorFlow Rede neural 
convolucional 
1-D

Conjunto de 
dados do 
IMDB

Crie o perfil de uma CNN 1-D 
do TensorFlow para análise 
de sentimentos dos dados 
do IMDB que consistem em 
resenhas de filmes rotuladas 
como positivas ou negativas. 
Explore os insights do Studio 
Debugger e o relatório de 
criação de perfil do Debugger.

Definindo 
o perfil do 
treinamento 
do modelo 
TensorFlo 
w ResNet 
com várias 
configura 
ções de 
treinamento 
distribuídas

TensorFlow ResNet50 Cifar-10 Execute trabalhos de 
treinamento do TensorFlo 
w com várias configurações 
de treinamento distribuídas, 
monitore a utilização dos 
recursos do sistema e defina 
o perfil do desempenho do 
modelo usando o Debugger.

Definindo 
o perfil do 
treinamento 
do modelo 

PyTorch ResNet50 Cifar-10 Execute trabalhos de 
treinamento do PyTorch 
com várias configurações 
de treinamento distribuídas, 
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https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/debugger_interactive_analysis_profiling/interactive_analysis_profiling_data.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/debugger_interactive_analysis_profiling/interactive_analysis_profiling_data.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/debugger_interactive_analysis_profiling/interactive_analysis_profiling_data.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/debugger_interactive_analysis_profiling/interactive_analysis_profiling_data.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/debugger_interactive_analysis_profiling/interactive_analysis_profiling_data.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/debugger_interactive_analysis_profiling/interactive_analysis_profiling_data.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow_nlp_sentiment_analysis/sentiment-analysis-tf-distributed-training-bringyourownscript.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow_nlp_sentiment_analysis/sentiment-analysis-tf-distributed-training-bringyourownscript.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow_nlp_sentiment_analysis/sentiment-analysis-tf-distributed-training-bringyourownscript.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow_nlp_sentiment_analysis/sentiment-analysis-tf-distributed-training-bringyourownscript.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow_nlp_sentiment_analysis/sentiment-analysis-tf-distributed-training-bringyourownscript.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow_nlp_sentiment_analysis/sentiment-analysis-tf-distributed-training-bringyourownscript.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/tensorflow_nlp_sentiment_analysis/sentiment-analysis-tf-distributed-training-bringyourownscript.html
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
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Título do 
caderno

Framework Modelo Conjunto de 
dados

Descrição

TensorFlo 
w ResNet 
com várias 
configura 
ções de 
treinamento 
distribuídas

monitore a utilização dos 
recursos do sistema e defina 
o perfil do desempenho do 
modelo usando o Debugger.

Cadernos de exemplo de Debugger para análise de parâmetros do modelo

A lista a seguir mostra exemplos de notebooks do Debugger que apresentam a adaptabilidade 
do Debugger para depurar trabalhos de treinamento para vários modelos, conjuntos de dados e 
estruturas de machine learning.

Título do 
caderno

Framework Modelo Conjunto de 
dados

Descrição

Amazon 
SageMaker 
Debugger: 
use uma 
regra 
integrada

TensorFlow Rede neural 
convolucional

MNIST Use as regras integrada 
s do Amazon SageMaker 
Debugger para depurar um 
modelo Tensorflow.

Amazon 
SageMaker 
Debugger: 
Tensorflow 
2.1

TensorFlow ResNet50 Cifar-10 Use a configuração de hook 
do Amazon SageMaker 
Debugger e as regras 
integradas para depurar 
um modelo com a estrutura 
Tensorflow 2.1.

Visualizar 
tensores de 
depuração do 

MXNet Rede Neural 
Convoluci 
onal Gluon

Modo MNIST Execute um trabalho de 
treinamento e configure o 
SageMaker Debugger para 
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https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_profiling
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_builtin_rule
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_builtin_rule
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_builtin_rule
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_builtin_rule
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_builtin_rule
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow_builtin_rule
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow2
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow2
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow2
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow2
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/tensorflow2
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mnist_tensor_plot
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mnist_tensor_plot
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mnist_tensor_plot
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Título do 
caderno

Framework Modelo Conjunto de 
dados

Descrição

treinamento 
MXNet

armazenar todos os tensores 
desse trabalho e, em seguida, 
visualize esses tensores em 
um caderno.

Habilite o 
treinamento 
pontual com 
o Amazon 
SageMaker 
Debugger

MXNet Rede Neural 
Convoluci 
onal Gluon

Modo MNIST Saiba como o Debugger 
coleta dados de tensores de 
um trabalho de treinamento 
em uma instância spot e como 
usar as regras integradas do 
Debugger com treinamento 
spot gerenciado.

Explique 
um modelo 
XGBoost 
que prevê a 
renda de um 
indivíduo com 
o Amazon 
SageMaker 
Debugger

XGBoost Regressão 
XGBoost

Conjunto de 
dados do 
Censo de 
Adultos

Aprenda a usar o hook 
do Debugger e as regras 
integradas para coletar e 
visualizar dados de tensores 
de um modelo de regressão 
do XGBoost, como valores 
de perda, atributos e valores 
SHAP.

Para encontrar visualizações avançadas dos parâmetros do modelo e dos casos de uso, consulte o 
próximo tópico em Demonstrações e visualização avançadas do Debugger.

Demonstrações e visualização avançadas do Debugger

As demonstrações a seguir mostram casos de uso avançados e scripts de visualização usando o 
Debugger.

Tópicos

• Treine e ajuste os modelos com o Amazon SageMaker Experiments e o Debugger

• Uso do SageMaker Debugger para monitorar um treinamento de modelo de codificador automático 
convolucional
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https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mnist_tensor_plot
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mnist_tensor_plot
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mxnet_spot_training
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mxnet_spot_training
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mxnet_spot_training
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mxnet_spot_training
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mxnet_spot_training
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-debugger/mxnet_spot_training
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/xgboost_census_explanations/xgboost-census-debugger-rules.html
https://archive.ics.uci.edu/ml/datasets/adult
https://archive.ics.uci.edu/ml/datasets/adult
https://archive.ics.uci.edu/ml/datasets/adult
https://archive.ics.uci.edu/ml/datasets/adult
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• Uso do SageMaker Debugger para monitorar atenções no treinamento do modelo BERT

• Uso do SageMaker Debugger para visualizar mapas de ativação de classe em redes neurais 
convolucionais (CNNs)

Treine e ajuste os modelos com o Amazon SageMaker Experiments e o Debugger

Dra. Nathalie Rauschmayr, cientista aplicada da AWS | Duração: 49 minutos e 26 segundos

Treine e reduza modelos com o SageMaker Experiments e o Debugger

Descubra como o Amazon SageMaker Experiments e o Debugger podem simplificar o 
gerenciamento de seus trabalhos de treinamento. O Amazon SageMaker Debugger fornece 
visibilidade transparente dos trabalhos de treinamento e salva as métricas de treinamento em seu 
bucket do Amazon S3. O SageMaker Experiments permite que você chame as informações de 
treinamento como testes por meio do SageMaker Studio e oferece suporte à visualização do trabalho 
de treinamento. Isso ajuda a manter uma alta qualidade do modelo enquanto reduz parâmetros 
menos importantes com base na classificação de importância.

Este vídeo demonstra uma técnica de remoção de modelos que torna os modelos pré-treinados 
ResNet50 e AlexNet mais leves e acessíveis, mantendo padrões elevados de precisão do modelo.

O SageMaker Estimator treina os algoritmos fornecidos da gama de modelos PyTorch em 
contêineres do AWS Deep Learning com estrutura de trabalho PyTorch, e o Debugger extrai as 
métricas de treinamento do processo de treinamento.

O vídeo também demonstra como configurar uma regra personalizada do Debugger para observar 
a precisão de um modelo reduzido, acionar um evento do Amazon CloudWatch e uma função AWS 
Lambda quando a precisão atinge um limite e interromper automaticamente o processo de redução 
para evitar iterações redundantes.

Os objetivos de aprendizagem são os seguintes:

• Saiba como usar o SageMaker para acelerar o treinamento do modelo de ML e melhorar a 
qualidade do modelo.

• Entenda como gerenciar iterações de treinamento com o SageMaker Experiments capturando 
automaticamente parâmetros de entrada, configurações e resultados.

• Descubra como o Debugger torna o processo de treinamento transparente capturando 
automaticamente dados de tensores em tempo real a partir de métricas como pesos, gradientes e 
saídas de ativação de redes neurais convolucionais.
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https://www.youtube.com/embed/Tnv6HsT1r4I
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• Use o CloudWatch para acionar o Lambda quando o Debugger detectar problemas.

• Domine o processo de treinamento do SageMaker usando o SageMaker Experiments e o 
Debugger.

É possível encontrar os blocos de anotações e scripts de treinamento usados neste vídeo em
Redução de modelos iterativa PyTorch do SageMaker Debugger.

A imagem a seguir mostra como o processo de redução de modelos iterativo reduz o tamanho 
do AlexNet removendo 100 filtros menos significativos com base na classificação de importância 
avaliada por saídas de ativação e gradientes.

O processo de redução diminuiu os 50 milhões de parâmetros iniciais para 18 milhões. Também 
reduziu o tamanho estimado do modelo de 201 MB para 73 MB.
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https://github.com/awslabs/amazon-sagemaker-examples/tree/master/sagemaker-debugger/pytorch_iterative_model_pruning
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Também é necessário rastrear a precisão do modelo, e a imagem a seguir mostra como plotar o 
processo de redução de modelos para visualizar as alterações na precisão do modelo com base no 
número de parâmetros no SageMaker Studio.
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No SageMaker Studio, escolha Experimentos, selecione uma lista de tensores salvos pelo Debugger 
no processo de redução e componha um painel Lista de componentes de teste. Selecione todas as 
10 iterações e escolha Adicionar gráfico para criar um Gráfico de componentes de teste. Depois de 
decidir sobre um modelo a ser implantado, escolha o componente de teste e escolha um menu para 
realizar uma ação ou escolha Implantar modelo.
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Note

Para implantar um modelo por meio do SageMaker Studio usando o exemplo de bloco de 
notas a seguir, adicione uma linha ao final da função train no script train.py.

# In the train.py script, look for the train function in line 58.
def train(epochs, batch_size, learning_rate): 
    ... 
        print('acc:{:.4f}'.format(correct/total)) 
        hook.save_scalar("accuracy", correct/total, sm_metric=True) 

    # Add the following code to line 128 of the train.py script to save the 
 pruned models 
    # under the current SageMaker Studio model directory 
     torch.save(model.state_dict(), os.environ['SM_MODEL_DIR'] + '/model.pt')
            

Uso do SageMaker Debugger para monitorar um treinamento de modelo de codificador automático 
convolucional

Este bloco de anotações demonstra como o SageMaker Debugger visualiza os tensores de um 
processo de aprendizagem não supervisionado (ou autossupervisionado) em um conjunto de dados 
de imagem MNIST de números escritos à mão.

O modelo de treinamento neste bloco de anotações é um codificador automático convolucional 
com a estrutura de trabalho MXNet. O codificador automático convolucional tem uma rede 
neural convolucional em forma de gargalo que consiste em uma parte codificadora e uma parte 
decodificadora.

O codificador neste exemplo tem duas camadas de convolução para produzir uma representação 
compactada (variáveis latentes) das imagens de entrada. Neste caso, o codificador produz uma 
variável latente de tamanho (1, 20) a partir de uma imagem de entrada original de tamanho (28, 28) e 
reduz significativamente o tamanho dos dados para treinamento em 40 vezes.

O decodificador tem duas camadas desconvolucionais e garante que as variáveis latentes preservem 
informações importantes reconstruindo imagens de saída.
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https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/model_specific_realtime_analysis/autoencoder_mnist/autoencoder_mnist.html
https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/model_specific_realtime_analysis/autoencoder_mnist/autoencoder_mnist.html
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O codificador convolucional alimenta algoritmos de agrupamento com tamanho menor de dados 
de entrada e o desempenho de algoritmos de agrupamento, como k-means, K-NN e t-Distributed 
Stochastic Neighbor Embedding (t-SNE).

Este exemplo de bloco de anotações demonstra como visualizar as variáveis latentes usando o 
Debugger, como mostrado na animação a seguir. Ele também demonstra como o algoritmo t-SNE 
classifica as variáveis latentes em 10 clusters e as projeta em um espaço bidimensional. O esquema 
de cores do gráfico de dispersão no lado direito da imagem reflete os valores verdadeiros para 
mostrar a eficiência com que o modelo BERT e o algoritmo t-SNE organizam as variáveis latentes 
nos clusters.

Uso do SageMaker Debugger para monitorar atenções no treinamento do modelo BERT

Bidiretional Encode Representations from Transformers (BERT) é um modelo de representação 
de linguagem. Como reflete o nome do modelo, o modelo BERT baseia-se na aprendizagem de 
transferência e no modelo Transformer para processamento de linguagem natural (NLP).

O modelo BERT é pré-treinado em tarefas não supervisionadas, como prever palavras ausentes 
em uma frase ou prever a próxima frase que naturalmente segue uma frase anterior. Os dados de 
treinamento contêm 3,3 bilhões de palavras (tokens) de texto em inglês, de fontes como Wikipédia 
e livros eletrônicos. Para obter um exemplo simples, o modelo BERT pode dar uma grande atenção
aos tokens de verbo apropriados ou tokens de pronome de um token de assunto.
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https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/model_specific_realtime_analysis/bert_attention_head_view/bert_attention_head_view.html
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O modelo BERT pré-treinado pode ser ajustado com uma camada de saída adicional para obter 
treinamento de modelo de última geração em tarefas de PLN, como respostas automatizadas a 
perguntas, classificação de texto e muitas outras.

O Debugger coleta tensores do processo de ajuste fino. No contexto do PLN, o peso dos neurônios 
chama atenção.

Este bloco de anotações demonstra como usar  o modelo BERT pré-treinado da gama de modelos 
GluonNLP no conjunto de dados de perguntas e respostas Stanford e como configurar o SageMaker 
Debugger para monitorar o trabalho de treinamento.

Traçar pontuações de atenção e neurônios individuais na consulta e vetores chave pode ajudar 
a identificar causas de predições incorretas do modelo. Com o SageMaker Debugger, é possível 
recuperar os tensores e traçar a visualização de atenção em tempo real à medida que o treinamento 
progride e entender o que o modelo está aprendendo.

A animação a seguir mostra as pontuações de atenção dos primeiros 20 tokens de entrada para 10 
iterações no trabalho de treinamento fornecido no exemplo do bloco de anotações.

Usar o Depurador do SageMaker 3375

https://gluon-nlp.mxnet.io/model_zoo/bert/index.html
https://gluon-nlp.mxnet.io/model_zoo/bert/index.html


Amazon SageMaker Guia do Desenvolvedor

Usar o Depurador do SageMaker 3376



Amazon SageMaker Guia do Desenvolvedor

Uso do SageMaker Debugger para visualizar mapas de ativação de classe em redes neurais 
convolucionais (CNNs)

Este bloco de anotações demonstra como usar o SageMaker Debugger para traçar mapas de 
ativação de classe para detecção e classificação de imagens em redes neurais convolucionais 
(CNNs). No aprendizado profundo, uma rede neural convolucional (CNN ou ConvNet) é uma classe 
de redes neurais profundas, mais comumente aplicada à análise de imagens visuais. Uma das 
aplicações que adota os mapas de ativação de classe é o caso dos veículos autônomos, que exigem 
detecção instantânea e classificação de imagens, como sinais de trânsito, estradas e obstáculos.

Neste bloco de anotações, o modelo PyTorch ResNet é treinado no conjunto de dados de sinal de 
tráfego alemão, que contém mais de 40 classes de objetos relacionados ao tráfego e mais de 50.000 
imagens no total.

Durante o processo de treinamento, o SageMaker Debugger coleta tensores para traçar os mapas 
de ativação de classe em tempo real. Como mostrado na imagem animada, o mapa de ativação de 
classe (também chamado de mapa de saliência) destaca regiões com alta ativação na cor vermelha.

Ao usar os tensores capturados pelo Debugger, você pode visualizar como o mapa de ativação 
evolui durante o treinamento do modelo. O modelo começa detectando a borda no canto inferior 
esquerdo no início do trabalho de treinamento. À medida que o treinamento progride, o foco muda 
para o centro e detecta o sinal de limite de velocidade, e o modelo prevê com êxito a imagem de 
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entrada como Classe 3, que é uma classe de sinais de limite de velocidade de 60 km/h, com um 
nível de confiança de 97%.

Depure trabalhos de treinamento usando o Amazon SageMaker Debugger

Para preparar seu script de treinamento e executar trabalhos de treinamento com o SageMaker 
Debugger para depurar o progresso do treinamento do modelo, siga o processo típico de duas 
etapas: modifique seu script de treinamento usando o Python SDK sagemaker-debugger e 
construa um estimador do SageMaker usando o SageMaker Python SDK. Leia os tópicos a seguir 
para aprender a usar a funcionalidade de depuração do SageMaker Debugger.

Tópicos

• Etapa 1: Adapte seu script de treinamento para registrar um hook

• Etapa 2: Iniciar e depurar trabalhos de treinamento usando o SageMaker Python SDK

• Relatório interativo do SageMaker Debugger para XGBoost

• Ação nas regras do Amazon SageMaker Debugger

• Visualize os tensores de saída doAmazon SageMaker Debugger no TensorBoard

Etapa 1: Adapte seu script de treinamento para registrar um hook

O Amazon SageMaker Debugger é fornecido com uma biblioteca de cliente chamada de
sagemaker-debugger Python SDK. O sagemaker-debugger Python SDK fornece ferramentas 
para adaptar seu script de treinamento antes do treinamento e ferramentas de análise após o 
treinamento. Nesta página, você aprenderá como adaptar seu script de treinamento usando a 
biblioteca de cliente.

O sagemaker-debugger Python SDK fornece funções de wrapper que ajudam a registrar um hook 
para extrair os tensores do modelo, sem alterar seu script de treinamento. Para começar a usar a 
coleção de tensores de saída do modelo e depurá-los para encontrar problemas de treinamento, faça 
as seguintes modificações em seu script de treinamento.

Tip

Enquanto estiver acompanhando esta página, use a documentação do SDK de código aberto 
do sagemaker-debugger para referências de API.

Tópicos
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• Adaptar seu script de treinamento do PyTorch

• Adaptar seu script de treinamento do TensorFlow

Adaptar seu script de treinamento do PyTorch

Para iniciar a coleção de tensores de saída do modelo e depurar problemas de treinamento, faça as 
seguintes modificações em seu script de treinamento do PyTorch.

Para PyTorch 1.12.0

Se você trouxer um script de treinamento do PyTorch, poderá executar a tarefa de treinamento e 
extrair os tensores de saída do modelo com algumas linhas de código adicionais em seu script de 
treinamento. Você precisa usar as APIs de hook na biblioteca de cliente do sagemaker-debugger. 
Siga as instruções a seguir que detalham as etapas com exemplos de código.

1. Crie um hook.

(Recomendado) Para tarefas de treinamento no SageMaker

import smdebug.pytorch as smd
hook=smd.get_hook(create_if_not_exists=True)

Quando você executar uma tarefa de treinamento no the section called “Etapa 2: Iniciar e 
depurar trabalhos de treinamento usando o SageMaker Python SDK” com DebuggerHookConfig, 
TensorBoardConfig ou regras no estimador, o SageMaker adiciona um arquivo de configuração 
JSON à sua instância de treinamento que é escolhida pela função get_hook. Observe que, 
se você não incluir nenhuma das APIs de configuração em seu estimador, não haverá nenhum 
arquivo de configuração para o hook encontrar e a função retornará a None.

(Opcional) Para tarefas de treinamento fora do SageMaker

Se você executa tarefas de treinamento no modo local, diretamente nas instâncias do bloco 
de anotações do SageMaker, nas instâncias do Amazon EC2 ou em seus próprios dispositivos 
locais, o smd.Hook usa a classe para criar um hook. No entanto, essa abordagem armazena 
apenas as coleções de tensores e capacidade de uso para visualização do TensorBoard. As 
regras integradas do SageMaker Debugger não funcionam com o modo local porque as regras 
exigem que as instâncias de treinamento do SageMaker ML e do S3 armazenem os resultados 
das instâncias remotas em tempo real. A API smd.get_hook retorna a None nesse caso.
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Se você quiser criar um hook manual para salvar tensores no modo local, use o seguinte trecho 
de código com a lógica para verificar se a API smd.get_hook retorna a None e cria um hook 
manual usando a classe smd.Hook. Observe que você pode especificar qualquer diretório de 
saída em sua máquina local.

import smdebug.pytorch as smd
hook=smd.get_hook(create_if_not_exists=True)

if hook is None: 
    hook=smd.Hook( 
        out_dir='/path/to/your/local/output/', 
        export_tensorboard=True 
    )

2. Empacote seu modelo com os métodos de classe do hook.

O método hook.register_module() pega seu modelo e percorre cada camada, procurando 
por tensores que correspondam às expressões regulares que você fornecerá por meio da 
configuração em the section called “Etapa 2: Iniciar e depurar trabalhos de treinamento usando 
o SageMaker Python SDK”. Os tensores coletáveis por meio desse método de hook são pesos, 
tendências, ativações, gradientes, entradas e saídas.

hook.register_module(model)

Tip

Se você coletar todos os tensores de saída de um grande modelo de aprendizado 
profundo, o tamanho total dessas coleções pode crescer exponencialmente e causar 
gargalos. Se quiser salvar tensores específicos, você também pode usar o método
hook.save_tensor(). Esse método ajuda você a escolher a variável para o tensor 
específico e salvar em uma coleção personalizada com o nome desejado. Para obter mais 
informações, consulte a etapa 7 desta instrução.

3. Distorça a função de perda com os métodos de classe de hook.

O método hook.register_loss é empacotar a função de perda. Ele extrai todos os valores de 
perda save_interval que você definirá durante a configuração em the section called “Etapa 
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2: Iniciar e depurar trabalhos de treinamento usando o SageMaker Python SDK” e os salva na 
coleção de "losses".

hook.register_loss(loss_function)

4. Adicione hook.set_mode(ModeKeys.TRAIN) no bloco de treinamento. Isso indica que a 
coleção de tensores é extraída durante a fase de treinamento.

def train(): 
    ... 
    hook.set_mode(ModeKeys.TRAIN)

5. Adicione hook.set_mode(ModeKeys.EVAL) no bloco de validação. Isso indica que a coleção 
de tensores é extraída durante a fase de validação.

def validation(): 
    ... 
    hook.set_mode(ModeKeys.EVAL)

6. Use hook.save_scalar() para salvar escalares personalizados. Você pode salvar valores 
escalares que não estão no modelo. Por exemplo, se você quiser registrar os valores de precisão 
calculados durante a avaliação, adicione a seguinte linha de código abaixo da linha em que você 
calcula a precisão.

hook.save_scalar("accuracy", accuracy)

Observe que você precisa fornecer uma string como primeiro argumento para nomear a coleção 
escalar personalizada. Este é o nome que será usado para visualizar os valores escalares no 
TensorBoard e pode ser qualquer string que você quiser.

7. Use hook.save_tensor() para salvar tensores personalizados. Da mesma forma que em
hook.save_scalar(), você pode salvar tensores adicionais, definindo sua própria coleção de 
tensores. Por exemplo, você pode extrair dados de imagem de entrada que são passados para 
o modelo e salvar como um tensor personalizado adicionando a seguinte linha de código, onde
"images" é um nome de exemplo do tensor personalizado, image_inputs é uma variável de 
exemplo para os dados da imagem de entrada.

hook.save_tensor("images", image_inputs)
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Observe que você deve fornecer uma string para o primeiro argumento para nomear o tensor 
personalizado. O hook.save_tensor() tem o terceiro argumento collections_to_write
para especificar a coleção de tensores para salvar o tensor personalizado. O padrão é
collections_to_write="default". Se você não especificar explicitamente o terceiro 
argumento, o tensor personalizado será salvo na coleção de tensores "default".

Depois de concluir a adaptação do seu script de treinamento, prossiga para the section called “Etapa 
2: Iniciar e depurar trabalhos de treinamento usando o SageMaker Python SDK”.

Adaptar seu script de treinamento do TensorFlow

Para iniciar a coleção de tensores de saída do modelo e depurar problemas de treinamento, faça as 
seguintes modificações em seu script de treinamento do TensorFlow.

Crie um hook para tarefas de treinamento no SageMaker

import smdebug.tensorflow as smd

hook=smd.get_hook(hook_type="keras", create_if_not_exists=True) 

Isso cria um hook quando você inicia uma tarefa de treinamento do SageMaker. Quando 
você executar uma tarefa de treinamento no the section called “Etapa 2: Iniciar e depurar 
trabalhos de treinamento usando o SageMaker Python SDK” com DebuggerHookConfig,
TensorBoardConfig ou Rules no estimador, o SageMaker adiciona um arquivo de configuração 
JSON à sua instância de treinamento que é escolhida pelo método smd.get_hook. Observe que, se 
você não incluir nenhuma das APIs de configuração em seu estimador, não haverá nenhum arquivo 
de configuração para o hook encontrar e a função retornará a None.

(Opcional) Crie um hook para as tarefas de treinamento fora do SageMaker

Se você executa tarefas de treinamento no modo local, diretamente nas instâncias do bloco de 
anotações do SageMaker, nas instâncias do Amazon EC2 ou em seus próprios dispositivos locais, 
o smd.Hook usa a classe para criar um hook. No entanto, essa abordagem armazena apenas 
as coleções de tensores e capacidade de uso para visualização do TensorBoard. As regras 
incorporadas do SageMaker Debugger não funcionam com o modo local. Neste caso, o método
smd.get_hook também retorna a None.

Se você quiser criar um hook manual, use o seguinte trecho de código com a lógica para verificar se 
o hook retorna a None e cria um hook manual usando a classe smd.Hook.
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import smdebug.tensorflow as smd

hook=smd.get_hook(hook_type="keras", create_if_not_exists=True)  

if hook is None: 
    hook=smd.KerasHook( 
        out_dir='/path/to/your/local/output/', 
        export_tensorboard=True 
    )

Depois de adicionar o código de criação do hook, prossiga para o tópico a seguir para TensorFlow 
Keras.

Note

No momento, o SageMaker Debugger é compatível somente com o TensorFlow Keras.

Registre o hook em seu script de treinamento TensorFlow Keras

O procedimento a seguir mostra como usar o hook e seus métodos para coletar escalares e tensores 
de saída do seu modelo e otimizador.

1. Empacote seu modelo e otimizador Keras com os métodos de classe do hook.

O método hook.register_model() pega seu modelo e percorre cada camada, procurando 
por tensores que correspondam às expressões regulares que você fornecerá por meio da 
configuração em the section called “Etapa 2: Iniciar e depurar trabalhos de treinamento usando 
o SageMaker Python SDK”. Os tensores coletáveis por meio desse método de hook são pesos, 
tendências e ativações.

model=tf.keras.Model(...)
hook.register_model(model)

2. Empacote o otimizador pelo método hook.wrap_optimizer().

optimizer=tf.keras.optimizers.Adam(...)
optimizer=hook.wrap_optimizer(optimizer)

3. Compile o modelo no modo eager no TensorFlow.
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Para coletar tensores do modelo, como os tensores de entrada e saída de cada camada, você 
deve executar o treinamento no modo eager. Caso contrário, o SageMaker Debugger não 
conseguirá coletar os tensores. No entanto, outros tensores, como pesos, tendências e perdas do 
modelo, podem ser coletados sem serem executados explicitamente no modo eager.

model.compile( 
    loss="categorical_crossentropy",  
    optimizer=optimizer,  
    metrics=["accuracy"], 
    # Required for collecting tensors of each layer 
    run_eagerly=True
)

4. Registre o hook no método tf.keras.Model.fit().

Para coletar os tensores dos hooks que você registrou, adicione callbacks=[hook] ao método 
da classe model.fit() do Keras. Isso fará com que o hook de sagemaker-debugger passe 
como um retorno de chamada do Keras.

model.fit( 
    X_train, Y_train, 
    batch_size=batch_size, 
    epochs=epoch, 
    validation_data=(X_valid, Y_valid), 
    shuffle=True,  
    callbacks=[hook]
)

5. O TensorFlow 2.x fornece apenas variáveis de gradiente simbólico que não fornecem acesso 
aos seus valores. Para coletar gradientes, empacote tf.GradientTape pelo método
hook.wrap_tape(), que exige que você escreva sua própria etapa de treinamento da seguinte 
maneira.

def training_step(model, dataset): 
     with hook.wrap_tape(tf.GradientTape()) as tape:
        pred=model(data) 
        loss_value=loss_fn(labels, pred) 
    grads=tape.gradient(loss_value, model.trainable_variables) 
    optimizer.apply_gradients(zip(grads, model.trainable_variables))
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Ao empacotar a fita, o hook de sagemaker-debugger pode identificar tensores de saída, 
como gradientes, parâmetros e perdas. O empacotamento da fita garante que o método
hook.wrap_tape() em torno das funções do objeto de fita, como push_tape(), pop_tape()
e gradient(), configure os gravadores do SageMaker Debugger e salve os tensores fornecidos 
como entrada para gradient() (variáveis treináveis e perda) e saída de gradient()
(gradientes).

Note

Para coletar com um loop de treinamento personalizado, certifique-se de usar o modo 
eager. Caso contrário, o SageMaker Debugger não conseguirá coletar nenhum tensor.

Para ver uma lista completa das ações que as APIs do hook de sagemaker-debugger
oferecem para construir hooks e salvar tensores, consulte métodos de hook na documentação do
sagemaker-debugger Python SDK.

Depois de concluir a adaptação do seu script de treinamento, prossiga para the section called “Etapa 
2: Iniciar e depurar trabalhos de treinamento usando o SageMaker Python SDK”.

Etapa 2: Iniciar e depurar trabalhos de treinamento usando o SageMaker Python SDK

Para configurar um estimador do SageMaker com o SageMaker Debugger, use o SDK do 
Amazon SageMaker para Python e especifique os parâmetros específicos do Debugger.
Para utilizar totalmente a funcionalidade de depuração, há três parâmetros que você precisa 
configurar:debugger_hook_config, tensorboard_output_config e rules.

Important

Antes de criar e executar o método de ajuste do estimador para iniciar um trabalho de 
treinamento, certifique-se de adaptar seu script de treinamento seguindo as instruções em
the section called “Etapa 1: Adapte seu script de treinamento para registrar um hook”.

Construa um Estimador do SageMaker com parâmetros específicos do Debugger

Os exemplos de código nesta seção mostram como criar um estimador SageMaker com os 
parâmetros específicos do depurador.
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Note

Os exemplos de código a seguir são modelos para construir os estimadores da estrutura do 
SageMaker e não são diretamente executáveis. Você precisa prosseguir para as próximas 
seções e configurar os parâmetros específicos do Debugger.

PyTorch

# An example of constructing a SageMaker PyTorch estimator
import boto3
import sagemaker
from sagemaker.pytorch import PyTorch
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

session=boto3.session.Session()
region=session.region_name

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule())
]

estimator=PyTorch( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.12.0", 
    py_version="py37", 
     
    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

estimator.fit(wait=False)
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TensorFlow

# An example of constructing a SageMaker TensorFlow estimator
import boto3
import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

session=boto3.session.Session()
region=session.region_name

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule()), 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=TensorFlow( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 
     
    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

estimator.fit(wait=False)

MXNet

# An example of constructing a SageMaker MXNet estimator
import sagemaker
from sagemaker.mxnet import MXNet
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

debugger_hook_config=DebuggerHookConfig(...)
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rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule())
]

estimator=MXNet( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.7.0", 
    py_version="py37", 
     
    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

estimator.fit(wait=False)

XGBoost

# An example of constructing a SageMaker XGBoost estimator
import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule())
]

estimator=XGBoost( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.5-1", 

    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
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    rules=rules
)

estimator.fit(wait=False)

Generic estimator

# An example of constructing a SageMaker generic estimator using the XGBoost 
 algorithm base image
import boto3
import sagemaker
from sagemaker.estimator import Estimator
from sagemaker import image_uris
from sagemaker.debugger import CollectionConfig, DebuggerHookConfig, Rule, 
 rule_configs

debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule())
]

region=boto3.Session().region_name
xgboost_container=sagemaker.image_uris.retrieve("xgboost", region, "1.5-1")

estimator=Estimator( 
    role=sagemaker.get_execution_role() 
    image_uri=xgboost_container, 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.m5.2xlarge", 
     
    # Debugger-specific parameters 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

estimator.fit(wait=False)

Configure os seguintes parâmetros para ativar o SageMaker Debugger:

• debugger_hook_config (um objeto de DebuggerHookConfig) — necessário para ativar o 
gancho no script de treinamento adaptado durante o processo the section called “Etapa 1: Adapte 
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seu script de treinamento para registrar um hook”, configure o inicializador de treinamento do 
SageMaker (estimador) para coletar tensores de saída do seu trabalho de treinamento e salvá-
los em seu bucket seguro do S3 ou na máquina local. Para aprender a configurar a o parâmetro
debugger_hook_config, consulte Configurar o SageMaker Debugger para salvar tensores.

• rules (uma lista de Ruleobjetos) — configure esse parâmetro para ativar as regras internas 
do SageMaker Debugger que você deseja executar em tempo real. As regras integradas são 
lógicas que depuram automaticamente o progresso do treinamento do seu modelo e encontram 
problemas de treinamento analisando os tensores de saída salvos em seu bucket seguro do 
S3. Para aprender a configurar o parâmetro rules, consulte Configurar regras integradas do 
Depurador. Para encontrar uma lista completa de regras integradas para depuração de tensores 
de saída, consulte the section called “Regra do Debugger”. Se você quiser criar sua própria 
lógica para detectar problemas de treinamento, consulte the section called “Para criar uma regra 
personalizada”.

Note

As regras integradas estão disponíveis somente por meio de instâncias de treinamento 
SageMaker. Você não pode usá-los no modo local.

• tensorboard_output_config (um objeto de TensorBoardOutputConfig) — configure o 
SageMaker Debugger para coletar tensores de saída no formato compatível com o Tensorboard 
e salvar no caminho de saída do S3 especificado no objeto TensorBoardOutputConfig. 
Para saber mais, consulte the section called “Visualize os tensores de saída do Debugger no 
TensorBoard”.

Note

O tensorboard_output_config deve ser configurado com o
debugger_hook_config parâmetro, o que também exige que você adapte seu script de 
treinamento adicionando o hook sagemaker-debugger.

Note

O SageMaker Debugger salva com segurança os tensores de saída em subpastas do seu 
bucket do S3. Por exemplo, o formato do URI padrão do bucket do S3 em sua conta é s3://
sagemaker-<region>-<12digit_account_id>/<base-job-name>/<debugger-
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subfolders>/. Há duas subpastas criadas pelo SageMaker Debugger: debug-output e
rule-output. Se você adicionar o tensorboard_output_config parâmetro, também 
encontrará a pasta tensorboard-output.

Consulte os tópicos a seguir para encontrar mais exemplos de como configurar os parâmetros 
específicos do Debugger em detalhes.

Tópicos

• Configurar o SageMaker Debugger para salvar tensores

• Configurar regras integradas do Depurador

• Desativar o Debugger

• Métodos de classe úteis do SageMaker Estimator para o Debugger

Configurar o SageMaker Debugger para salvar tensores

Os tensores são coleções de dados de parâmetros atualizados da passagem para trás e para 
frente de cada iteração de treinamento. O SageMaker Debugger coleta os tensores de saída 
para analisar o estado de um trabalho de treinamento. As operações do SageMaker Debugger
CollectionConfig e DebuggerHookConfig da API fornecem métodos para agrupar tensores 
em coleções e salvá-los em um bucket do S3 de destino.

Note

Depois de configurado e ativado adequadamente, o SageMaker Debugger salva os 
tensores de saída em um bucket padrão do S3, a menos que especificado de outra 
forma. O formato do URI padrão do bucket do S3 é s3://sagemaker-<region>-
<12digit_account_id>/<training-job-name>/debug-output/.

Quando criar um estimador do SageMaker, ative o SageMaker Debugger especificando o 
parâmetro debugger_hook_config. As etapas a seguir incluem exemplos de como configurar 
as operações debugger_hook_config usando as operações da API CollectionConfig e
DebuggerHookConfig para retirar tensores de seus trabalhos de treinamento e salvá-los.
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Configurar coleções de tensores usando a API CollectionConfig

Use a operação CollectionConfig da API para configurar coleções de tensores. O Debugger 
fornece coleções de tensores pré-criadas que abrangem uma variedade de expressões regulares 
(regex) de parâmetros se estiver usando estruturas de aprendizado profundo e algoritmos de 
aprendizado de máquina compatíveis com o Debugger. Conforme mostrado no código de exemplo a 
seguir, adicione as coleções de tensores integradas que você deseja depurar.

from sagemaker.debugger import CollectionConfig

collection_configs=[ 
    CollectionConfig(name="weights"), 
    CollectionConfig(name="gradients")
]

As coleções anteriores configuraram o gancho Debugger para salvar os tensores a cada 500 etapas 
com base no valor padrão "save_interval".

Para obter uma lista completa das coleções integradas do Debugger disponíveis, consulte Coleções 
integradas do Debugger.

Se quiser personalizar as coleções integradas, como alterar os intervalos de salvamento e o regex 
do tensor, use o modelo CollectionConfig a seguir para ajustar os parâmetros.

from sagemaker.debugger import CollectionConfig

collection_configs=[ 
    CollectionConfig( 
        name="tensor_collection", 
        parameters={ 
            "key_1": "value_1", 
            "key_2": "value_2", 
            ... 
            "key_n": "value_n" 
        } 
    )
]

Para obter mais informações sobre as chaves de parâmetros disponíveis, consulte CollectionConfig
no Amazon SageMaker Python SDK. Por exemplo, o exemplo de código a seguir mostra como você 
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pode ajustar os intervalos de salvamento da coleção de tensores de “perdas” em diferentes fases do 
treinamento: perda de salvamento a cada 100 etapas na fase de treinamento e perda de validação a 
cada 10 etapas na fase de validação.

from sagemaker.debugger import CollectionConfig

collection_configs=[ 
    CollectionConfig( 
        name="losses", 
        parameters={ 
            "train.save_interval": "100", 
            "eval.save_interval": "10" 
        } 
    )
]

Tip

Esse objeto de configuração da coleção de tensores pode ser usado para operações de API
DebuggerHookConfig e Rule.

Configurar a API DebuggerHookConfig para salvar tensores

Use a API DebuggerHookConfig para criar um objeto debugger_hook_config usando o objeto
collection_configs que você criou na etapa anterior.

from sagemaker.debugger import DebuggerHookConfig

debugger_hook_config=DebuggerHookConfig( 
    collection_configs=collection_configs
)

O Debugger salva os tensores de saída de treinamento do modelo no bucket S3 padrão. O formato 
do URI padrão do bucket do S3 é s3://sagemaker-<region>-<12digit_account_id>/
<training-job-name>/debug-output/.

Se você quiser especificar um URI exato do bucket do S3, use o exemplo de código a seguir:

from sagemaker.debugger import DebuggerHookConfig
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debugger_hook_config=DebuggerHookConfig( 
    s3_output_path="specify-your-s3-bucket-uri" 
    collection_configs=collection_configs
)

Para obter mais informações, consulte a API DebuggerHookConfig no Amazon SageMaker Python 
SDK.

Exemplos de Cadernos e exemplos de código para configurar o Debugger Hook

As seções a seguir fornecem cadernos e exemplos de código de como usar o hook do Debugger 
para salvar, acessar e visualizar tensores de saída.

Tópicos

• Blocos de anotações de exemplo da visualização de tensores

• Salvar tensores usando coleções integradas do Debugger

• Salvar tensores usando coleções integradas modificadas do Debugger

• Salvar tensores usando as coleções personalizadas do Debugger

Blocos de anotações de exemplo da visualização de tensores

Os dois exemplos de bloco de anotações a seguir mostram o uso avançado do Amazon SageMaker 
Debugger para visualizar tensores. O Debugger fornece uma visão transparente do treinamento de 
modelos de aprendizado profundo.

• Análise interativa de tensores no bloco de anotações do SageMaker Studio com MXNet

Este exemplo de bloco de anotações mostra como visualizar os tensores salvos usando o Amazon 
SageMaker Debugger. Com a visualização dos tensores, você pode ver como os valores dos 
tensores mudam ao treinar algoritmos de aprendizado profundo. Esse bloco de anotações inclui 
um trabalho de treinamento com uma rede neural configurada inadequadamente e usará o 
Amazon SageMaker Debugger para agregar e analisar tensores, incluindo gradientes, saídas 
de ativação e pesos. Por exemplo, o gráfico a seguir mostra a distribuição de gradientes de uma 
camada convolucional que está sofrendo de um problema de desaparecimento de gradiente.
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Esse bloco de anotações também ilustra como uma boa configuração inicial de hiperparâmetros 
aprimora o processo de treinamento gerando os mesmos gráficos de distribuição de tensores.

• Visualizar e depurar tensores no treinamento de modelos do MXNet

Esse exemplo de bloco de anotações mostra como salvar e visualizar tensores de um trabalho 
de treinamento de modelo do MXNet Gluon usando o Amazon SageMaker Debugger. Ele ilustra 
que o Debugger está configurado para salvar todos os tensores em um bucket do Amazon S3 
e recuperar as saídas de ativação do ReLu para a visualização. A figura a seguir mostra uma 
visualização tridimensional das saídas de ativação ReLu. O esquema de cores está definido como 
azul para indicar valores próximos a 0 e amarelo para indicar valores próximos a 1.
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Nesse bloco de anotações, a classe importada TensorPlot de tensor_plot.py é projetada 
para plotar redes neurais convolucionais (CNNs) que usam imagens bidimensionais como 
entradas. O script tensor_plot.py fornecido com o bloco de anotações recupera os tensores 
usando o Debugger e visualiza a CNN. É possível executar esse bloco de anotações no 
SageMaker Studio para reproduzir a visualização do tensor e implementar seu próprio modelo de 
rede neural convolucional.

• Análise de tensores em tempo real em um notebook SageMaker com MXNet

Este exemplo orienta você na instalação dos componentes necessários para a emissão de 
tensores em um trabalho de treinamento do Amazon SageMaker e no uso das operações da API 
Debugger para acessar esses tensores durante a execução do treinamento. Um modelo CNN de 
glúon é treinado no conjunto de dados Fashion MNIST. Enquanto a tarefa estiver em execução, 
você verá como o Debugger recupera as saídas de ativação da primeira camada convolucional de 
cada um dos 100 lotes e as visualiza. Além disso, isso mostrará como visualizar os pesos após a 
conclusão do trabalho.
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Salvar tensores usando coleções integradas do Debugger

Você pode usar coleções integradas de tensores usando a API CollectionConfig e salvá-las 
usando a API DebuggerHookConfig. O exemplo a seguir mostra como usar as configurações 
padrão das configurações de hook do Debugger para construir um estimador SageMaker 
TensorFlow. Você também pode utilizar isso para estimadores MXNet, PyTorch e XGBoost.

Note

No código de exemplo a seguir, o parâmetro s3_output_path para
DebuggerHookConfig é opcional. Se você não especificar, o Debugger salvará os 
tensores s3://<output_path>/debug-output/, onde <output_path> é o caminho de 
saída padrão dos trabalhos de treinamento do SageMaker. Por exemplo:

"s3://sagemaker-us-east-1-111122223333/sagemaker-debugger-training-YYYY-MM-DD-
HH-MM-SS-123/debug-output"

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to call built-in collections
collection_configs=[ 
        CollectionConfig(name="weights"), 
        CollectionConfig(name="gradients"), 
        CollectionConfig(name="losses"), 
        CollectionConfig(name="biases") 
    ]

# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-built-in-collections-hook'

hook_config=DebuggerHookConfig( 
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'. 
                    format(BUCKET_NAME=BUCKET_NAME,  
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET), 
    collection_configs=collection_configs
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)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name='debugger-demo-job', 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 
     
    # debugger-specific hook argument below 
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para ver uma lista de coleções integradas do Debugger, consulte Coleções internas do Debugger.

Salvar tensores usando coleções integradas modificadas do Debugger

Você pode modificar as coleções integradas do Debugger usando a operação da API
CollectionConfig. O exemplo a seguir mostra como ajustar a coleção losses integrada e criar 
um estimador TensorFlow do SageMaker. Você também pode usar isso para estimadores MXNet, 
PyTorch e XGBoost.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to call and modify built-in collections
collection_configs=[ 
    CollectionConfig( 
                name="losses",  
                parameters={"save_interval": "50"})]

# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-modified-collections-hook'
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hook_config=DebuggerHookConfig( 
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'. 
                    format(BUCKET_NAME=BUCKET_NAME,  
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET), 
    collection_configs=collection_configs
)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name='debugger-demo-job', 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 
     
    # debugger-specific hook argument below 
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para obter uma lista completa de parâmetros ajustáveisCollectionConfig, consulte a API do 
Depurador CollectionConfig.

Salvar tensores usando as coleções personalizadas do Debugger

Também é possível salvar um número reduzido de tensores em vez do conjunto completo de 
tensores, (por exemplo, se quiser reduzir a quantidade de dados salvos no bucket do Amazon S3). 
O exemplo a seguir mostra como personalizar a configuração de hook do Debugger para especificar 
os tensores de destino que você deseja salvar. Você também pode usar isso para estimadores 
TensorFlow, MXNet, PyTorch e XGBoost.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import DebuggerHookConfig, CollectionConfig

# use Debugger CollectionConfig to create a custom collection
collection_configs=[ 
        CollectionConfig( 
            name="custom_activations_collection", 
            parameters={ 
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                "include_regex": "relu|tanh", # Required 
                "reductions": "mean,variance,max,abs_mean,abs_variance,abs_max" 
            }) 
    ] 
     
# configure Debugger hook
# set a target S3 bucket as you want
sagemaker_session=sagemaker.Session()
BUCKET_NAME=sagemaker_session.default_bucket()
LOCATION_IN_BUCKET='debugger-custom-collections-hook'

hook_config=DebuggerHookConfig( 
    s3_output_path='s3://{BUCKET_NAME}/{LOCATION_IN_BUCKET}'. 
                    format(BUCKET_NAME=BUCKET_NAME,  
                           LOCATION_IN_BUCKET=LOCATION_IN_BUCKET), 
    collection_configs=collection_configs
)

# construct a SageMaker TensorFlow estimator
sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name='debugger-demo-job', 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 
     
    # debugger-specific hook argument below 
    debugger_hook_config=hook_config
)

sagemaker_estimator.fit()

Para obter uma lista completa de parâmetros ajustáveis CollectionConfig, consulte o Debugger 
CollectionConfig.

Configurar regras integradas do Depurador

As regras integradas do Amazon SageMaker Debugger analisam tensores emitidos durante o 
treinamento de um modelo. O SageMaker Debugger oferece a operação de API Rule que monitora 
o andamento e os erros do trabalho de treinamento para garantir o sucesso do treinamento de seu 
modelo. Por exemplo, as regras podem detectar se os gradientes estão ficando muito grandes ou 
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muito pequenos, se um modelo está se ajustando demais ou treinando demais, e se um trabalho de 
treinamento não diminui a função de perda e melhora. Para ver uma listagem completa de regras 
integradas disponíveis, consulte Lista de regras integradas do Debugger.

Nos tópicos a seguir, você irá aprender a usar as regras integradas do depurador do SageMaker.

Tópicos

• Use as regras integradas do depurador com suas configurações de parâmetros padrão

• Use as regras integradas do depurador com valores de parâmetros personalizados

• Exemplos de Cadernos e exemplos de código para configurar as regras do depurador

Use as regras integradas do depurador com suas configurações de parâmetros padrão

Para especificar as regras integradas do depurador em seu estimador, você precisa configurar 
um objeto listado. O código de exemplo a seguir mostra a estrutura básica da listagem das regras 
integradas do depurador.

from sagemaker.debugger import Rule, rule_configs

rules=[ 
    Rule.sagemaker(rule_configs.built_in_rule_name_1()), 
    Rule.sagemaker(rule_configs.built_in_rule_name_2()), 
    ... 
    Rule.sagemaker(rule_configs.built_in_rule_name_n()), 
    ... # You can also append more profiler rules in the 
 ProfilerRule.sagemaker(rule_configs.*()) format.
]

Para obter mais informações sobre valores de parâmetros padrão e descrições da regra integrada, 
consulte Lista de regras integradas do Debugger.

Para descobrir a referência de API do depurador do SageMaker, consulte
sagemaker.debugger.rule_configs e sagemaker.debugger.Rule.

Por exemplo, para inspecionar a performance geral do treinamento e o andamento do seu modelo, 
construa um estimador do SageMaker com a seguinte configuração de regras integradas.

from sagemaker.debugger import Rule, rule_configs

rules=[ 
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    Rule.sagemaker(rule_configs.loss_not_decreasing()), 
    Rule.sagemaker(rule_configs.overfit()), 
    Rule.sagemaker(rule_configs.overtraining()), 
    Rule.sagemaker(rule_configs.stalled_training_rule())
]

Quando você inicia o trabalho de treinamento, o Debugger coleta dados de utilização de recursos do 
sistema a cada 500 milissegundos e os valores de perda e precisão a cada 500 etapas, por padrão. 
O depurador analisa a utilização de recursos para identificar se seu modelo está com problemas 
de gargalo. O loss_not_decreasing, overfit, overtraining e stalled_training_rule
monitoram se seu modelo está otimizando a função de perda sem esses problemas de treinamento. 
Se as regras detectarem anomalias de treinamento, o status da avaliação da regra será alterado 
para IssueFound. Você pode configurar ações automatizadas, como notificar problemas de 
treinamento e interromper trabalhos de treinamento usando o Amazon CloudWatch Events e AWS 
Lambda. Para obter mais informações, consulte Ação nas regras do Amazon SageMaker Debugger.

Use as regras integradas do depurador com valores de parâmetros personalizados

Se você quiser ajustar os valores de parâmetros da regra integrada e personalizar o regex da 
coleção de tensores, configure os parâmetros base_config e rule_parameters para os métodos 
das classes ProfilerRule.sagemaker e Rule.sagemaker. No caso dos métodos de classe
Rule.sagemaker, você também pode personalizar coleções de tensores por meio do parâmetro
collections_to_save. As instruções de como usar a classe CollectionConfig são fornecidas 
em Configurar coleções de tensores usando a API CollectionConfig.

Use o modelo de configuração a seguir para regras integradas para personalizar os valores dos 
parâmetros. Ao alterar os parâmetros da regra conforme desejar, você pode ajustar a sensibilidade 
das regras a serem acionadas.

• O argumento base_config é onde você chama os métodos de regras integradas.

• O argumento rule_parameters é ajustar os valores de chaves padrão das regras integradas 
listadas em Lista de regras integradas do Debugger.

• O argumento collections_to_save recebe uma configuração de tensor por meio da API
CollectionConfig, que requer argumentos name e parameters.

• Para encontrar coleções de tensores disponíveis para name, consulte as Coleções de Tensores 
Integrados do Depurador.

• Para obter uma listagem completa parameters ajustáveis, consulte a API do Depurador 
CollectionConfig.
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Para obter mais informações sobre a classe de regras, os métodos e os parâmetros do depurador, 
consulte a classe de regra do depurador do SageMaker no Amazon SageMaker Python SDK.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs, CollectionConfig

rules=[ 
    Rule.sagemaker( 
        base_config=rule_configs.built_in_rule_name(), 
        rule_parameters={ 
                "key": "value" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="tensor_collection_name",  
                parameters={ 
                    "key": "value" 
                }  
            ) 
        ] 
    )
]

As descrições dos parâmetros e os exemplos de personalização de valores são fornecidos para cada 
regra em Lista de regras integradas do Debugger.

Exemplos de Cadernos e exemplos de código para configurar as regras do depurador

Nas seções a seguir, são fornecidos cadernos e exemplos de código de como utilizar as regras do 
depurador para monitorar trabalhos de treinamento do SageMaker.

Tópicos

• Cadernos de exemplo de regras integradas do depurador

• Código de exemplo de regras integradas do depurador

• Use regras integradas do Depurador com modificações de parâmetros

Cadernos de exemplo de regras integradas do depurador

Os exemplos de cadernos a seguir mostram como usar as regras integradas do depurador ao 
executar trabalhos de treinamento com o Amazon SageMaker:

• Usar uma regra integrada do depurador do SageMaker com TensorFlow
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• Usando a regra integrada do dpurador do SageMaker com o Treinamento de Spot Gerenciado e o 
MXNet

• Usando uma regra integrada do Depurador do SageMaker com modificações de parâmetros para 
uma análise do trabalho de treinamento em tempo real com o XGBoost

Ao executar os cadernos de exemplo no SageMaker Studio, você pode encontrar a avaliação do 
trabalho de treinamento criado na guia Lista de experimentos do Studio. Por exemplo, conforme 
mostrado na captura de tela a seguir, você pode encontrar e abrir uma janela Descrever o 
Componente de Teste do seu trabalho de treinamento atual. Na guia Depurador, você pode 
verificar se as regras do Depurador vanishing_gradient() e loss_not_decreasing() estão 
monitorando a sessão de treinamento em paralelo. Para obter instruções completas sobre como 
encontrar seus componentes de avaliação de trabalhos de treinamento na interface do usuário do 
Studio, consultar SageMaker Studio - Exibir experimentos, avaliações e componentes de teste.
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Há duas maneiras de se usar as regras integradas do Depurador no ambiente do SageMaker: 
implantar as regras integradas à medida que elas são preparadas, ou ajustar seus parâmetros 
conforme desejar. Os tópicos a seguir mostram como usar as regras integradas com códigos de 
exemplo.
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Código de exemplo de regras integradas do depurador

O exemplo de código a seguir mostra como configurar as regras integradas do Depurador usando o 
método Rule.sagemaker. Para especificar as regras integradas que você deseja executar, use a 
operação rules_configs da API para chamar as regras integradas. Para encontrar uma listagem 
completa das regras integradas do Depurador e dos valores de parâmetros padrão, consulte Lista de 
regras integradas do Debugger.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import Rule, CollectionConfig, rule_configs

# call built-in rules that you want to use.
built_in_rules=[  
            Rule.sagemaker(rule_configs.vanishing_gradient()) 
            Rule.sagemaker(rule_configs.loss_not_decreasing())
]

# construct a SageMaker estimator with the Debugger built-in rules
sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name='debugger-built-in-rules-demo', 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 

     # debugger-specific arguments below
    rules=built_in_rules
)
sagemaker_estimator.fit()

Note

As regras integradas do Depurador são executadas em paralelo ao seu trabalho de 
treinamento. O número máximo de contêineres de regras integradas para um trabalho de 
treinamento é 20.
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Para obter mais informações sobre a classe de regras, os métodos e os parâmetros do Depurador, 
consulte a classe de regras do Depurador do SageMaker no Amazon SageMaker Python SDK.

Para encontrar um exemplo de como ajustar os parâmetros da regra do Depurador, consulte a seção
Use regras integradas do Depurador com modificações de parâmetros a seguir.

Use regras integradas do Depurador com modificações de parâmetros

O exemplo de código a seguir mostra a estrutura das regras integradas para ajustar os parâmetros. 
Neste exemplo, o stalled_training_rule coleta a coleção losses de tensores de um 
trabalho de treinamento a cada 50 etapas e um estágio de avaliação a cada 10 etapas. Se o 
processo de treinamento se iniciar parado e não coletar as saídas do tensor por 120 segundos, o
stalled_training_rule interrompe o trabalho de treinamento.

import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import Rule, CollectionConfig, rule_configs

# call the built-in rules and modify the CollectionConfig parameters

base_job_name_prefix= 'smdebug-stalled-demo-' + str(int(time.time()))

built_in_rules_modified=[ 
    Rule.sagemaker( 
        base_config=rule_configs.stalled_training_rule(), 
        rule_parameters={ 
                'threshold': '120', 
                'training_job_name_prefix': base_job_name_prefix, 
                'stop_training_on_fire' : 'True' 
        } 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                      "train.save_interval": "50" 
                      "eval.save_interval": "10" 
                }  
            ) 
        ] 
    )
]

# construct a SageMaker estimator with the modified Debugger built-in rule
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sagemaker_estimator=TensorFlow( 
    entry_point='directory/to/your_training_script.py', 
    role=sm.get_execution_role(), 
    base_job_name=base_job_name_prefix, 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.9.0", 
    py_version="py39", 

    # debugger-specific arguments below 
     rules=built_in_rules_modified
)
sagemaker_estimator.fit()

Para uma configuração avançada das regras integradas do Depurador usando a API
CreateTrainingJob, consulte Configurar o Debugger usando a API do Amazon SageMaker.

Desativar o Debugger

Se quiser desativar completamente o Debugger, execute uma das seguintes ações:

• Antes de iniciar um trabalho de treinamento, faça o seguinte:

Para interromper o monitoramento e a criação de perfil, inclua o parâmetro disable_profiler
em seu estimador e defina-o como True.

Warning

Se você desativá-lo, não poderá visualizar o painel abrangente de insights do Studio 
Debugger e o relatório de criação de perfil gerado automaticamente.

Para interromper a depuração, defina o parâmetro debugger_hook_config como False.

Warning

Se desativá-lo, você não poderá coletar os tensores de saída e não poderá depurar os 
parâmetros do seu modelo.

estimator=Estimator( 
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    ... 
    disable_profiler=True 
    debugger_hook_config=False
)

Para obter mais informações sobre os parâmetros específicos do Debugger, consulte Estimator do 
SageMaker no Amazon SageMaker Python SDK.

• Enquanto um trabalho de treinamento estiver em execução, faça o seguinte:

Para desativar o monitoramento e a criação de perfil durante a execução do trabalho de 
treinamento, use o seguinte método de classe estimador:

estimator.disable_profiling()

Para desativar somente a criação de perfil da estrutura e manter o monitoramento do sistema, use 
o método update_profiler:

estimator.update_profiler(disable_framework_metrics=true)

Para obter mais informações sobre os métodos de extensão do estimador, consulte os métodos 
de classe estimator.disable_profiling e estimator.update_profiler na documentação do Amazon 
SageMaker Python SDK .

Métodos de classe úteis do SageMaker Estimator para o Debugger

Os métodos da classe estimadora a seguir são úteis para acessar as informações do trabalho de 
treinamento do SageMaker e recuperar os caminhos de saída dos dados de treinamento coletados 
pelo Debugger. Os métodos a seguir são executáveis depois que você inicia um trabalho de 
treinamento com o método estimator.fit().

• Para verificar o URI básico do bucket do S3 de um trabalho de treinamento do SageMaker:

estimator.output_path

• Para verificar o nome do trabalho de um trabalho de treinamento do SageMaker:

estimator.latest_training_job.job_name
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• Para ver uma configuração completa da operação CreateTrainingJobde API de um trabalho de 
treinamento do SageMaker:

estimator.latest_training_job.describe()

• Para verificar uma lista completa das regras do Debugger enquanto um trabalho de treinamento do 
SageMaker está em execução:

estimator.latest_training_job.rule_job_summary()

• Para verificar o URI do bucket do S3 em que os dados dos parâmetros do modelo (tensores de 
saída) são salvos:

estimator.latest_job_debugger_artifacts_path()

• Para verificar o URI do bucket do S3 em que os dados de desempenho do modelo (métricas do 
sistema e da estrutura) são salvos:

estimator.latest_job_profiler_artifacts_path()

• Para verificar a configuração da regra do Debugger para depurar tensores de saída:

estimator.debugger_rule_configs

• Para verificar a lista das regras do Debugger para depuração enquanto um trabalho de 
treinamento do SageMaker está em execução:

estimator.debugger_rules

• Para verificar a configuração da regra do Debugger para monitorar e definir o perfil das métricas do 
sistema e da estrutura:

estimator.profiler_rule_configs

• Para verificar a lista das regras do Debugger para monitoramento e perfilação enquanto um 
trabalho de treinamento do SageMaker está em execução:

estimator.profiler_rules

Usar o Depurador do SageMaker 3410



Amazon SageMaker Guia do Desenvolvedor

Para obter mais informações sobre a classe estimadora do SageMaker e seus métodos, consulte a
API Estimator no do Amazon SageMaker para Python SDK.

Relatório interativo do SageMaker Debugger para XGBoost

Receba relatórios de treinamento gerados automaticamente pelo Debugger. Os relatórios do 
Debugger fornecem informações sobre seus trabalhos de treinamento e sugerem recomendações 
para melhorar o desempenho do seu modelo.

Note

Você pode baixar os relatórios do Debugger enquanto seu trabalho de treinamento está em 
execução ou após a conclusão do trabalho. Durante o treinamento, o Debugger atualiza 
simultaneamente o relatório, refletindo o status de avaliação das regras atuais. Você só pode 
baixar um relatório completo do Debugger após a conclusão do trabalho de treinamento.

Important

No relatório, os gráficos e as recomendações são fornecidos para fins informativos e não 
são definitivos. Você é responsável por fazer sua própria avaliação independente das 
informações.

Relatório de treinamento do SageMaker Debugger XGBoost

Para trabalhos de treinamento do SageMaker XGBoost, use a regra CreateXgboostReport do 
Debugger para receber um relatório de treinamento abrangente sobre o progresso e os resultados 
do treinamento. Seguindo esse guia, especifique a regra CreateXgboostReport ao criar um estimador 
XGBoost, baixe o relatório usando o SDK do Amazon SageMaker para Python ou o console do 
Amazon S3 e obtenha informações sobre os resultados do treinamento.

Important

No relatório, os gráficos e as recomendações são fornecidos para fins informativos e não 
são definitivos. Você é responsável por fazer sua própria avaliação independente das 
informações.
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Tópicos

• Criar um estimador do SageMaker XGBoost com a regra de relatório do Debugger XGBoost

• Baixar Relatório de treinamento do Debugger XGBoost

• Passo a passo do relatório de treinamento do Debugger XGBoost

Criar um estimador do SageMaker XGBoost com a regra de relatório do Debugger XGBoost

A regra CreateXgboostReport coleta os seguintes tensores de saída do seu trabalho de treinamento:

• hyperparameters— Salva na primeira etapa.

• metrics— Economiza perdas e precisão a cada 5 etapas.

• feature_importance— Salva a cada 5 etapas.

• predictions— Salva a cada 5 etapas.

• labels— Salva a cada 5 etapas.

Os tensores de saída são salvos em um bucket S3 padrão. Por exemplo, s3://
sagemaker-<region>-<12digit_account_id>/<base-job-name>/debug-output/.

Ao criar um estimador do SageMaker para um trabalho de treinamento do XGBoost, especifique a 
regra conforme mostrado no código de exemplo a seguir.

Using the SageMaker generic estimator

import boto3
import sagemaker
from sagemaker.estimator import Estimator
from sagemaker import image_uris
from sagemaker.debugger import Rule, rule_configs

rules=[ 
     Rule.sagemaker(rule_configs.create_xgboost_report())
]

region = boto3.Session().region_name
xgboost_container=sagemaker.image_uris.retrieve("xgboost", region, "1.2-1")

estimator=Estimator( 
    role=sagemaker.get_execution_role() 
    image_uri=xgboost_container, 
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    base_job_name="debugger-xgboost-report-demo", 
    instance_count=1, 
    instance_type="ml.m5.2xlarge", 
     
    # Add the Debugger XGBoost report rule 
    rules=rules
)

estimator.fit(wait=False)

Baixar Relatório de treinamento do Debugger XGBoost

Baixe o relatório de treinamento do Debugger XGBoost enquanto seu trabalho de treinamento está 
em execução ou após o término do trabalho usando o Amazon SageMaker para Python SDK e AWS 
Command Line Interface(CLI).

Download using the SageMaker Python SDK and AWS CLI

1. Verifique o URI base de saída S3 padrão do trabalho atual.

estimator.output_path

2. Verifique o nome do trabalho atual.

estimator.latest_training_job.job_name

3. O relatório do Debugger XGBoost é armazenado em. <default-s3-output-base-
uri>/<training-job-name>/rule-output Configure o caminho de saída da regra da 
seguinte forma:

rule_output_path = estimator.output_path + "/" + 
 estimator.latest_training_job.job_name + "/rule-output"

4. Para verificar se o relatório foi gerado, liste os diretórios e arquivos recursivamente em
rule_output_path usando aws s3 ls com a opção --recursive.

! aws s3 ls {rule_output_path} --recursive

Isso deve retornar uma lista completa de arquivos em pastas geradas automaticamente 
denominadas CreateXgboostReport e ProfilerReport-1234567890. O relatório de 
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treinamento do XGBoost é armazenado em CreateXgboostReport e o relatório de criação 
de perfil é armazenado na pasta ProfilerReport-1234567890. Para saber mais sobre o 
relatório de criação de perfil gerado por padrão com o trabalho de treinamento do XGBoost, 
consulte Relatório de criação de perfil do SageMaker Debugger.

O xgboost_report.html é um relatório de treinamento do XGBoost gerado 
automaticamente pelo Debugger. O xgboost_report.ipynb é um bloco de anotações 
Jupyter usado para agregar resultados de treinamento ao relatório. Você pode baixar todos 
os arquivos, navegar pelo arquivo de relatório HTML e modificar o relatório usando o bloco 
de anotações.

5. Baixe os arquivos recursivamente usando aws s3 cp. O comando a seguir salva todos os 
arquivos de saída da regra na pasta ProfilerReport-1234567890 sob o diretório de 
trabalho atual.

! aws s3 cp {rule_output_path} ./ --recursive

Tip

Se você estiver usando um servidor do bloco de anotações Jupyter, execute !pwd
para verificar o diretório de trabalho atual.

6. Abaixo do diretório/CreateXgboostReport, abra xgboost_report.html. Se estiver 
usando o JupyterLab, escolha Trust HTML para ver o relatório de treinamento do Debugger 
gerado automaticamente.
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7. Abra o arquivo xgboost_report.ipynb para explorar como o relatório é gerado. Você 
pode personalizar e estender o relatório de treinamento usando o arquivo do bloco de 
anotações Jupyter.

Download using the Amazon S3 console

1. Faça login no AWS Management Console e abra o console do Amazon S3 em https:// 
console.aws.amazon.com/s3/.

2. Procure o bucket base do S3. Por exemplo, se você não especificou o nome 
de trabalho básico, o nome básico do bucket do S3 deve estar no seguinte 
formato:sagemaker-<region>-111122223333. Procure o bucket S3 básico por meio do 
campo Localizar bucket pelo nome.

3. No bucket básico do S3, procure o nome do trabalho de treinamento inserindo o prefixo do 
nome do trabalho em Localizar objetos por prefixo e, em seguida, escolhendo o nome do 
trabalho de treinamento.
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4. No bucket S3 do trabalho de treinamento, escolha a subpasta rule-output/. Deve haver três 
subpastas para os dados de treinamento coletados pelo Debugger: debug-output/, profiler-
output/ e rule-output/.

5. Na pasta rule-output/, escolha a pasta CreateXGBoostReport/. A pasta contém
xbgoost_report.html (o relatório gerado automaticamente em html) e xbgoost_report.ipynb
(um bloco de anotações Jupyter com scripts usados para gerar o relatório).

6. Escolha o arquivo xbgoost_report.html, escolha Ações de download e, em seguida, escolha
Baixar.
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7. Abra o arquivo xbgoost_report.html baixado em um navegador da web.

Passo a passo do relatório de treinamento do Debugger XGBoost

Esta seção orienta você no relatório de treinamento do Debugger XGBoost. O relatório é agregado 
automaticamente, dependendo da expressão regular do tensor de saída, reconhecendo que tipo de 
seu trabalho de treinamento está entre classificação binária, classificação multiclasse e regressão.

Important

No relatório, os gráficos e as recomendações são fornecidos para fins informativos e não 
são definitivos. Você é responsável por fazer sua própria avaliação independente das 
informações.

Tópicos

• Distribuição de rótulos verdadeiros do conjunto de dados

• Gráfico de perda versus etapas

• importância do atributo

• Matriz de confusão

• Avaliação da matriz de confusão

• Taxa de precisão de cada elemento diagonal durante a iteração

• Curva característica de operação do receptor

• Distribuição de resíduos na última etapa salva

• Erro absoluto de validação por compartimento de etiquetas durante a iteração

Distribuição de rótulos verdadeiros do conjunto de dados

Esse histograma mostra a distribuição de classes rotuladas (para classificação) ou valores (para 
regressão) em seu conjunto de dados original. A distorção em seu conjunto de dados pode contribuir 
para imprecisões. Essa visualização está disponível para os seguintes tipos de modelo: classificação 
binária, multiclassificação e regressão.
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Gráfico de perda versus etapas

Este é um gráfico de linhas que mostra a progressão da perda nos dados de treinamento e nos 
dados de validação ao longo das etapas do treinamento. A perda é o que você definiu em sua função 
objetivo, como erro quadrático médio. Você pode avaliar se o ajuste do modelo está excessivo ou 
insuficiente a partir desse gráfico. Esta seção também fornece informações que você pode usar para 
determinar como resolver os problemas de ajuste excessivo e insuficiente. Essa visualização está 
disponível para os seguintes tipos de modelo: classificação binária, multiclassificação e regressão.
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importância do atributo

Há três tipos diferentes de visualizações de importância de atributos fornecidos: peso, ganho e 
cobertura. Fornecemos definições detalhadas para cada um dos três no relatório. As visualizações 
de importância do atributo ajudam você a aprender quais atributos em seu conjunto de dados de 
treinamento contribuíram para as previsões. As visualizações da importância do atributo estão 
disponívei para os seguintes tipos de modelo: classificação binária, multiclassificação e regressão.

Usar o Depurador do SageMaker 3420



Amazon SageMaker Guia do Desenvolvedor

Matriz de confusão

Essa visualização é aplicável somente aos modelos de classificação binária e multiclasse. A precisão 
por si só pode não ser suficiente para avaliar o desempenho do modelo. Para alguns casos de uso, 
como saúde e detecção de fraudes, também é importante conhecer a taxa de falsos positivos e a 
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taxa de falsos negativos. Uma matriz de confusão fornece as dimensões adicionais para avaliar o 
desempenho do seu modelo.
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Avaliação da matriz de confusão

Esta seção fornece mais informações sobre as métricas micro, macro e ponderadas sobre precisão, 
recall e pontuação F1 para seu modelo.

Taxa de precisão de cada elemento diagonal durante a iteração

Essa visualização é aplicável somente aos modelos de classificação binária e classificação 
multiclasse. Este é um gráfico de linhas que traça os valores diagonais na matriz de confusão ao 
longo das etapas de treinamento de cada classe. Este gráfico mostra como a precisão de cada 
classe progride ao longo das etapas do treinamento. Você pode identificar as classes com baixo 
desempenho nesse gráfico.
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Curva característica de operação do receptor

Essa visualização é aplicável somente aos modelos de classificação binária. A curva característica 
de operação do receptor é comumente usada para avaliar o desempenho do modelo de classificação 
binária. O eixo y da curva é a taxa de positivos verdadeiros (TPF) e o eixo x é a taxa de falsos 
positivos (FPR). O gráfico também exibe o valor da área sob a curva (AUC). Quanto maior o valor da 
AUC, mais previsível é o seu classificador. Você também pode usar a curva ROC para entender a 
compensação entre TPR e FPR e identificar o limite de classificação ideal para seu caso de uso. O 
limite de classificação pode ser ajustado para ajustar o comportamento do modelo para reduzir mais 
de um ou outro tipo de erro (FP/FN).
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Distribuição de resíduos na última etapa salva

Essa visualização é um gráfico de colunas que mostra as distribuições residuais na última etapa que 
o Debugger captura. Nessa visualização, você pode verificar se a distribuição residual está próxima 
da distribuição normal centralizada em zero. Se os resíduos estiverem distorcidos, seus atributos 
podem não ser suficientes para prever os rótulos.
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Erro absoluto de validação por compartimento de etiquetas durante a iteração

Essa visualização é aplicável somente para modelos de regressão. Os valores-alvo reais são 
divididos em 10 intervalos. Essa visualização mostra como os erros de validação progridem em cada 
intervalo ao longo das etapas de treinamento nos gráficos de linha. O erro absoluto de validação é 
o valor absoluto da diferença entre a previsão e o real durante a validação. Você pode identificar os 
intervalos de baixo desempenho nessa visualização.
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Ação nas regras do Amazon SageMaker Debugger

Com base no status de avaliação da regra do Debugger, você pode configurar ações automatizadas, 
como interromper um trabalho de treinamento e enviar notificações por SMS usando o Amazon 
Simple Notification Service (Amazon SNS). Você também pode criar suas próprias ações usando 
Amazon CloudWatch Events e AWS Lambda. Para saber como configurar ações automatizadas com 
base no status de avaliação da regra do Debugger, consulte os tópicos a seguir.

Tópicos

• Ações integradas do Debugger para regras

• Crie ações sobre regras usando o Amazon CloudWatch e AWS Lambda

Ações integradas do Debugger para regras

Use as ações integradas do Debugger para responder aos problemas encontrados por Regra do 
Debugger. A classe rule_configs Debugger fornece ferramentas para configurar uma lista de 
ações, incluindo a interrupção automática de trabalhos de treinamento e o envio de notificações 
usando o Amazon Simple Notification Service (Amazon SNS) quando as regras do Debugger 
encontram problemas de treinamento.
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Etapa 1: configurar o Amazon SNS, criar um tópico SMDebugRules e assinar o tópico

Esta seção explica como configurar um SMDebugRules tópico do Amazon SNS, inscrever-se nele e 
confirmar a assinatura para receber notificações das regras do Debugger.

Note

Para obter mais informações sobre o faturamento do Amazon SNS, consulte os Definição de 
preço do Amazon SNS e as Perguntas frequentes do Amazon SNS.

Para criar um tópico SMDebugRules

1. Faça login no AWS Management Console e abra o console do Amazon SNS em https:// 
console.aws.amazon.com/sns/v3/home.

2. No painel de navegação à esquerda, selecione Topics (Tópicos).

3. Na página Topics (Tópicos), escolha Create topic (Criar tópico).

4. Na página Create topic (Criar tópico), na seção Details (detalhes), faça o seguinte:

a. Em Tipo, escolha Padrão para o tipo de tópico.

b. Em Name (Nome), insira SMDebugRules.

5. Ignore todas as outras configurações opcionais e escolha Criar tópico. Se você quiser saber 
mais sobre as configurações opcionais, consulte o tópico Criação de um Amazon SNS.

Para assinar o tópico SMDebugRules

1. Abra o console do Amazon SNS em https://console.aws.amazon.com/sns/v3/home.

2. No painel de navegação à esquerda, escolha Subscriptions (Assinaturas).

3. Na página Subscriptions (Assinaturas), escolha Create subscription (Criar assinatura).

4. Na página Create subscription (Criar inscrição), na seção Details (detalhes), faça o seguinte:

a. Em ARN do tópico, escolha o ARN do tópico SMDebugRules. O ARN deve estar no formato 
de arn:aws:sns:<region-id>:111122223333:SMDebugRules.

b. Em Protocol (Protocolo), escolha Email ou SMS.

c. Em Endpoint, insira o valor do endpoint, como um endereço de e-mail ou um número de 
telefone do qual você deseja receber notificações.
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Note

Certifique-se de digitar o endereço de e-mail e o número de telefone corretos. Os 
números de telefone devem incluir +, um código de país e um número de telefone, 
sem caracteres especiais ou espaços. Por exemplo, o número de telefone +1 (222) 
333-4444 está formatado como +12223334444.

5. Ignore todas as outras configurações opcionais e escolha Criar assinatura. Se você quiser saber 
mais sobre as configurações opcionais, consulte o tópico Inscrevendo-se para um Amazon SNS.

Depois de assinar o tópico SMDebugRules, você recebe a seguinte mensagem de confirmação por 
e-mail ou telefone:

Para obter mais informações sobre o Amazon SNS, consulte Mensagens de texto móveis (SMS) e
Notificações por e-mail no Guia do desenvolvedor do Amazon SNS.

Etapa 2: configurar sua função do IAM para anexar as políticas necessárias

Nesta etapa, adicione as políticas necessárias à função do IAM.

Para adicionar as políticas necessárias à sua função do IAM

1. Faça login no AWS Management Console e abra o console do IAM em https:// 
console.aws.amazon.com/iam/.

2. No painel de navegação, selecione Políticas e Criar política.

3. Na página Criar política, faça o seguinte para criar uma nova política de acesso ao sns:
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a. Escolha a guia JSON.

b. Cole as sequências de caracteres JSON formatadas em negrito no código a seguir no
"Statement", substituindo o ID da conta de 12 dígitos pelo ID da AWS sua conta AWS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
         { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Publish", 
                "sns:CreateTopic", 
                "sns:Subscribe" 
            ], 
            "Resource": "arn:aws:sns:*:111122223333:SMDebugRules" 
        }
    ]
}

c. Na parte inferior da página, escolha Revisar política.

d. Na página Review policy (Revisar política), em Name (Nome), insira sns-access.

e. Na parte inferior da página, escolha Criar política.

4. Volte para o console do IAM e escolha Funções no painel de navegação esquerdo.

5. Pesquise a função do IAM que você usa para o treinamento do modelo do SageMaker e escolha 
essa função do IAM.

6. Na guia de Permissões da página Resumo, escolha Anexar políticas.

7. Pesquise a política de acesso sns, marque a caixa de seleção ao lado da política e escolha
Anexar política.

Para obter mais exemplos de configuração de políticas do IAM para o Amazon SNS, consulte
Exemplos de casos de controle de acesso ao Amazon SNS.

Etapa 3: configurar as regras do Debugger com as ações integradas

Depois de concluir com êxito as configurações necessárias nas etapas anteriores, você poderá 
configurar as ações integradas do Debugger para regras de depuração, conforme mostrado no 
script de exemplo a seguir. Você pode escolher quais ações internas usar ao criar o objeto da 
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lista actions. O rule_configs é um módulo auxiliar que fornece ferramentas de alto nível 
para configurar as regras e ações integradas do Debugger. As seguintes ações integradas estão 
disponíveis para o Debugger:

• rule_configs.StopTraining() — Interrompe um trabalho de treinamento quando a regra do 
Debugger encontra um problema.

• rule_configs.Email("abc@abc.com") — Envia uma notificação por e-mail quando a regra 
do Debugger encontra um problema. Use o endereço de e-mail que você usou ao configurar sua 
assinatura de tópicos do SNS.

• rule_configs.SMS("+1234567890") — Envia uma notificação por mensagem de texto 
quando a regra do Debugger encontra um problema. Use o número de telefone que você usou ao 
configurar sua assinatura de tópico SNS.

Note

Certifique-se de digitar o endereço de e-mail e o número de telefone corretos. Os números 
de telefone devem incluir +, um código do país e um número de telefone, sem caracteres 
especiais ou espaços. Por exemplo, o número de telefone +1 (222) 333-4444 está 
formatado como +12223334444.

Você pode usar todas as ações integradas ou um subconjunto de ações concluindo usando o 
método rule_configs.ActionList(), que usa as ações integradas e configura uma lista de 
ações.

Para adicionar todas as três ações integradas a uma única regra

Se você quiser atribuir todas as três ações integradas a uma única regra, configure uma lista de 
ações integradas do Debugger ao construir um estimador. Use o modelo a seguir para construir 
o estimador, e o Debugger interromperá os trabalhos de treinamento e enviará notificações por 
email e texto para quaisquer regras que você usar para monitorar o progresso do seu trabalho de 
treinamento.

from sagemaker.debugger import Rule, rule_configs

# Configure an action list object for Debugger rules
actions = rule_configs.ActionList( 
     rule_configs.StopTraining(),  
     rule_configs.Email("abc@abc.com"),  
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    rule_configs.SMS("+1234567890")
)

# Configure rules for debugging with the actions parameter
rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.built_in_rule(),         # Required 
        rule_parameters={"paramter_key": value },        # Optional 
        actions=actions
    )
]

estimator = Estimator( 
     ...
    rules = rules
)

estimator.fit(wait=False)

Para criar vários objetos de ação integrados para atribuir ações diferentes a uma única regra

Se desejar atribuir ações integradas para serem acionadas em diferentes valores de limite de uma 
única regra, você poderá criar vários objetos de ação integrados, conforme mostrado no script a 
seguir. Para evitar um erro de conflito ao executar a mesma regra, você deve enviar nomes de 
tarefas de regras diferentes (especificar sequências diferentes para o atributo name das regras), 
conforme mostrado no modelo de script de exemplo a seguir. Este exemplo mostra como configurar
StalledTrainingRule para realizar duas ações diferentes: enviar um e-mail para abc@abc.com
quando um trabalho de treinamento parar por 60 segundos e interromper o trabalho de treinamento 
se ficar parado por 120 segundos.

from sagemaker.debugger import Rule, rule_configs
import time

base_job_name_prefix= 'smdebug-stalled-demo-' + str(int(time.time()))

# Configure an action object for StopTraining
action_stop_training = rule_configs.ActionList( 
    rule_configs.StopTraining()
)

# Configure an action object for Email
action_email = rule_configs.ActionList( 
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    rule_configs.Email("abc@abc.com")
)

# Configure a rule with the Email built-in action to trigger if a training job stalls 
 for 60 seconds
stalled_training_job_rule_email = Rule.sagemaker( 
        base_config=rule_configs.stalled_training_rule(), 
        rule_parameters={ 
                "threshold": "60",  
                "training_job_name_prefix": base_job_name_prefix 
        }, 
        actions=action_email
)
stalled_training_job_rule_text.name="StalledTrainingJobRuleEmail"

# Configure a rule with the StopTraining built-in action to trigger if a training job 
 stalls for 120 seconds
stalled_training_job_rule = Rule.sagemaker( 
        base_config=rule_configs.stalled_training_rule(), 
        rule_parameters={ 
                "threshold": "120",  
                "training_job_name_prefix": base_job_name_prefix 
        }, 
        actions=action_stop_training
)
stalled_training_job_rule.name="StalledTrainingJobRuleStopTraining"

estimator = Estimator( 
     ...
    rules = [stalled_training_job_rule_email, stalled_training_job_rule]
)

estimator.fit(wait=False)

Enquanto o trabalho de treinamento está em execução, a ação integrada do Debugger envia e-mails 
de notificação e mensagens de texto sempre que a regra encontra problemas com seu trabalho de 
treinamento. A captura de tela a seguir mostra um exemplo de notificação por email para um trabalho 
de treinamento que apresenta um problema de trabalho de treinamento paralisado.
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A captura de tela a seguir mostra um exemplo de notificação de texto que o Debugger envia quando 
a regra encontra um problema de StalledTraining.

Considerações sobre o uso das ações integradas do Debugger

• Para usar as ações integradas do Debugger, é necessária uma conexão com a Internet. Esse 
recurso não é compatível com o modo de isolamento de rede fornecido pelo Amazon SageMaker 
ou Amazon VPC.

• As ações integradas não podem ser usadas para Regras do perfilador.
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• As ações integradas não podem ser usadas em trabalhos de treinamento com interrupções 
pontuais no treinamento.

• Nas notificações por e-mail ou texto, None aparece no final das mensagens. Isso não tem nenhum 
significado, então você pode ignorar o texto None.

Crie ações sobre regras usando o Amazon CloudWatch e AWS Lambda

O Amazon CloudWatch coleta logs de trabalho de treinamento do modelo Amazon SageMaker e logs 
de trabalhos de processamento de regras do Amazon SageMaker Debugger. Configure o Debugger 
com o Amazon CloudWatch Events e o AWS Lambda para tomar medidas com base no status da 
avaliação da regra do Debugger.

CloudWatch Logs para regras do Debugger e trabalhos de treinamento

Para encontrar logs de tarefas de treinamento e logs de tarefas de regras do Debugger

1. Abra o console do CloudWatch em https://console.aws.amazon.com/cloudwatch/.

2. No painel de navegação esquerdo embaixo do nó Log, escolha Grupos de logs.

3. Na lista de grupos de logs, faça o seguinte:

• Escolha /aws/SageMaker/TrainingJobs para logs de trabalhos de treinamento.

• Escolha /aws/SageMaker/ProcessingJobs para os logs de trabalhos da regra do Debugger.

Você pode usar o status do trabalho da regra de treinamento e do Debugger nos logs do CloudWatch 
para realizar outras ações quando houver problemas de treinamento.

Para obter mais informações sobre o monitoramento de trabalhos de treinamento usando o 
CloudWatch, consulte Monitorar o Amazon SageMaker.

Configure o Debugger para o encerramento automatizado de trabalhos de treinamento usando o 
CloudWatch e o Lambda

As regras do Debugger monitoram o status do trabalho de treinamento, e uma regra do CloudWatch 
Events monitora o status da avaliação do trabalho de treinamento da regra do Debugger.
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Etapa 1: Criar uma função do Lambda

Como criar uma função do Lambda

1. Abra o console do AWS Lambda em https://console.aws.amazon.com/lambda/.

2. No painel de navegação, escolha Funções e escolha Criar função.

3. Na página Criar função, escolha a opção Criar do zero.

4. Na seção Informações básicas, insira um nome de função (por exemplo, debugger-rule-stop-
training-job).

5. Em Runtime (Tempo de execução), escolha Python 3.7.

6. Em Permissões, expanda a opção suspensa e escolha Alterar função de execução padrão.

7. Em Função de execução, escolha Usar uma função existente e escolha a função do IAM que 
você usa para trabalhos de treinamento no SageMaker.

Note

Certifique-se de usar a função de execução com AmazonSageMakerFullAccess e
AWSLambdaBasicExecutionRole anexados. Caso contrário, a função do Lambda não 
reagirá adequadamente às mudanças de status da regra do Debugger do trabalho de 
treinamento. Se você não tiver certeza de qual função de execução está sendo usada, 
execute o código a seguir em uma célula do Bloco de anotações Jupyter para recuperar 
a saída da função de execução:

import sagemaker
sagemaker.get_execution_role()

8. Na parte inferior da página, escolha Create function.

A figura a seguir mostra um exemplo da página Criar função com os campos de entrada e as 
seleções concluídos.
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Etapa 2: configurar a função do Lambda

Para configurar a função do Lambda

1. Na seção Código da função da página de configuração, cole o seguinte script Python no painel 
do editor de código Lambda. A função lambda_handler monitora o status de avaliação da 
regra do Debugger coletado pelo CloudWatch e aciona a operação da API StopTrainingJob. 
O AWS SDK for Python (Boto3) client para SageMaker fornece um método de alto nível,
stop_training_job, que aciona a operação da API StopTrainingJob.

import json
import boto3
import logging

logger = logging.getLogger()
logger.setLevel(logging.INFO)

def lambda_handler(event, context): 
    training_job_name = event.get("detail").get("TrainingJobName") 
    logging.info(f'Evaluating Debugger rules for training job: 
 {training_job_name}') 
    eval_statuses = event.get("detail").get("DebugRuleEvaluationStatuses", None) 

    if eval_statuses is None or len(eval_statuses) == 0: 
        logging.info("Couldn't find any debug rule statuses, skipping...") 
        return { 
            'statusCode': 200, 
            'body': json.dumps('Nothing to do') 
        } 

    # should only attempt stopping jobs with InProgress status 
    training_job_status = event.get("detail").get("TrainingJobStatus", None) 
    if training_job_status != 'InProgress': 
        logging.debug(f"Current Training job status({training_job_status}) is not 
 'InProgress'. Exiting") 
        return { 
            'statusCode': 200, 
            'body': json.dumps('Nothing to do') 
        } 

    client = boto3.client('sagemaker') 

    for status in eval_statuses: 
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        logging.info(status.get("RuleEvaluationStatus") + ', RuleEvaluationStatus=' 
 + str(status)) 
        if status.get("RuleEvaluationStatus") == "IssuesFound": 
            secondary_status = event.get("detail").get("SecondaryStatus", None) 
            logging.info( 
                f'About to stop training job, since evaluation of rule 
 configuration {status.get("RuleConfigurationName")} resulted in "IssuesFound". ' + 
                f'\ntraining job "{training_job_name}" status is 
 "{training_job_status}", secondary status is "{secondary_status}"' + 
                f'\nAttempting to stop training job "{training_job_name}"' 
            ) 
            try: 
                client.stop_training_job( 
                    TrainingJobName=training_job_name 
                ) 
            except Exception as e: 
                logging.error( 
                    "Encountered error while trying to " 
                    "stop training job {}: {}".format( 
                        training_job_name, str(e) 
                    ) 
                ) 
                raise e 
    return None

Para obter mais informações sobre a interface do editor de código Lambda, consulte Criando 
funções usando o editor do console AWS Lambda.

2. Ignore todas as outras configurações e escolha Salvar na parte superior da página de 
configuração.

Etapa 3: criar uma regra do CloudWatch Events e vinculá-la à função do Lambda para o Debugger

Para criar uma regra do CloudWatch Events e vinculá-la à função do Lambda para o Debugger

1. Abra o console do CloudWatch em https://console.aws.amazon.com/cloudwatch/.

2. No painel de navegação esquerdo, escolha Regras no nó Eventos.

3. Escolha Create rule (Criar regra).

4. Na seção Origem do evento da página Etapa 1: criar regra, escolha SageMaker para Nome do 
serviço e escolha SageMaker Training Job State Change para Tipo de evento. A visualização do 
padrão de evento deve ser semelhante aos seguintes exemplos de strings JSON:
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{ 
    "source": [ 
        "aws.sagemaker" 
    ], 
    "detail-type": [ 
        "SageMaker Training Job State Change" 
    ]
}

5. Na seção Targets, escolha Adicionar destino* e escolha a função do Lambda debugger-rule-
stop-training-job que você criou. Esta etapa vincula a regra do CloudWatch Events à função do 
Lambda.

6. Escolha Configurar detalhes e vá para a página Etapa 2: configurar detalhes da regra.

7. Especifique o nome da definição da regra do CloudWatch. Por exemplo, debugger-cw-event-
rule.

8. Escolha Criar regra para concluir.

9. Volte para a página de configuração da função do Lambda e atualize a página. Confirme se 
está configurado corretamente no painel Designer. A regra do CloudWatch Events deve ser 
registrada como um gatilho para a função do Lambda. O design da configuração deve ser 
semelhante ao exemplo a seguir:
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Execute exemplos de cadernos para testar o encerramento automatizado de trabalhos de 
treinamento

Você pode executar os seguintes exemplos de cadernos, que estão preparados para experimentar a 
interrupção de um trabalho de treinamento usando as regras integradas do Debugger.

• Amazon SageMaker Debugger — Reagindo ao CloudWatch Events a partir de regras

Este notebook de exemplo executa um trabalho de treinamento que apresenta um problema de 
gradiente de desaparecimento. A regra VanishingGradient integrada do Debugger é usada durante 
a construção do estimador TensorFlow do SageMaker. Quando a regra do Debugger detecta o 
problema, o trabalho de treinamento é encerrado.

• Detectar treinamentos paralisados e invocar ações usando a regra do SageMaker Debugger
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Este exemplo de caderno executa um script de treinamento com uma linha de código que o força 
a dormir por 10 minutos. A regra StalledTrainingRule integrada do Debugger invoca problemas e 
interrompe o trabalho de treinamento.

Desabilitar a regra do CloudWatch Events para parar de usar o encerramento automático do trabalho 
de treinamento

Se você quiser desabilitar o encerramento automático do trabalho de treinamento, precisará 
desativar a regra do CloudWatch Events. No painel do Lambda Designer, escolha o bloco
EventBridge (CloudWatch Events) vinculado à função do Lambda. Isso mostra um painel
EventBridge abaixo do painel Designer (por exemplo, veja a captura de tela anterior). Marque a 
caixa de seleção ao lado de EventBridge (CloudWatch Events): debugger-cw-event-rule e escolha
Desabilitar. Se quiser usar a funcionalidade de encerramento automatizado posteriormente, você 
poderá habilitar a regra do CloudWatch Events novamente.

Visualize os tensores de saída doAmazon SageMaker Debugger no TensorBoard

Important

Esta página foi substituída pelo Amazon SageMaker com TensoBoard, que fornece 
uma experiência abrangente do TensorBoard integrada ao SageMaker Training e às 
funcionalidades de controle de acesso do SageMaker Domain. Para saber mais, consulte
Use TensorBoard para depurar e analisar trabalhos de treinamento na Amazon SageMaker.

Use o SageMaker Debugger para criar arquivos tensores de saída compatíveis com o TensorBoard. 
Carregue os arquivos para visualizar no TensorBoard e analise seus trabalhos de treinamento do 
SageMaker. O Debugger gera automaticamente arquivos tensores de saída compatíveis com o 
TensorBoard. Para qualquer configuração de hook que você personaliza para salvar tensores de 
saída, o Debugger tem a flexibilidade de criar resumos, distribuições e histogramas escalares que 
você pode importar para o TensorBoard.
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Você pode habilitar isso passando objetos DebuggerHookConfig e TensorBoardOutputConfig
para um estimator.

O procedimento a seguir explica como salvar escalares, pesos e vieses como tensores, histogramas 
e distribuições completos que podem ser visualizados com o TensorBoard. O Debugger os salva 
no caminho local do contêiner de treinamento (o caminho padrão é /opt/ml/output/tensors) 
e sincroniza com os locais do Amazon S3 passados pelos objetos de configuração de saída do 
Debugger.

Para salvar arquivos tensores de saída compatíveis com TensorBoard usando o Debugger

1. Configure um objeto de configuração tensorboard_output_config para salvar a 
saída do TensorBoard usando a classe Debugger TensorBoardOutputConfig. Para 
o parâmetro s3_output_path, especifique o bucket padrão do S3 da sessão atual 
do SageMaker ou um bucket do S3 preferido. Este exemplo não adiciona o parâmetro
container_local_output_path; em vez disso, ele é definido como o caminho local padrão
/opt/ml/output/tensors.

import sagemaker
from sagemaker.debugger import TensorBoardOutputConfig

bucket = sagemaker.Session().default_bucket()
tensorboard_output_config = TensorBoardOutputConfig( 
    s3_output_path='s3://{}'.format(bucket)
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)

Para obter mais informações, consulte a API Debugger TensorBoardOutputConfig no
Amazon SageMaker Python SDK.

2. Configure o hook do Debugger e personalize os valores dos parâmetros do hook. Por exemplo, 
o código a seguir configura um hook do Debugger para salvar todas as saídas escalares a 
cada 100 etapas nas fases de treinamento e 10 etapas nas fases de validação, os parâmetros
weights a cada 500 etapas (o valor padrão save_interval para salvar coleções de tensores 
é 500) e os parâmetros bias a cada 10 etapas globais até que a etapa global alcance 500.

from sagemaker.debugger import CollectionConfig, DebuggerHookConfig

hook_config = DebuggerHookConfig( 
    hook_parameters={ 
        "train.save_interval": "100", 
        "eval.save_interval": "10" 
    }, 
    collection_configs=[ 
        CollectionConfig("weights"), 
        CollectionConfig( 
            name="biases", 
            parameters={ 
                "save_interval": "10", 
                "end_step": "500", 
                "save_histogram": "True" 
            } 
        ), 
    ]
)

Para obter mais informações sobre as APIs de configuração do Debugger, consulte o Debugger
CollectionConfig e as APIs DebuggerHookConfig no Amazon SageMaker Python SDK.

3. Construa um estimador do SageMaker com os parâmetros do Debugger passando os objetos 
de configuração. O seguinte exemplo mostra como criar um estimador do SageMaker genérico. 
Você pode substituir estimator e Estimator com as classes principais e classes de 
estimadores de outras estruturas do SageMaker. Os estimadores de estrutura do SageMaker 
disponíveis para essa funcionalidade são TensorFlow, PyTorch e MXNet.

from sagemaker.estimator import Estimator
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estimator = Estimator( 
    ... 
    # Debugger parameters 
    debugger_hook_config=hook_config, 
    tensorboard_output_config=tensorboard_output_config
)
estimator.fit()

O método estimator.fit() inicia um trabalho de treinamento e o Debugger grava os 
arquivos tensores de saída em tempo real no caminho de saída do Debugger S3 e no caminho 
de saída do TensorBoard S3. Para recuperar os caminhos de saída, use os seguintes métodos 
de estimativa:

• Para o caminho de saída do Debugger S3, use
estimator.latest_job_debugger_artifacts_path().

• Para o caminho de saída do TensorBoard S3, use
estimator.latest_job_tensorboard_artifacts_path().

4. Após a conclusão do treinamento, verifique os nomes dos tensores de saída salvos:

from smdebug.trials import create_trial
trial = create_trial(estimator.latest_job_debugger_artifacts_path())
trial.tensor_names()

5. Verifique os dados de saída do TensorBoard no Amazon S3:

tensorboard_output_path=estimator.latest_job_tensorboard_artifacts_path()
print(tensorboard_output_path)
!aws s3 ls {tensorboard_output_path}/

6. Baixe os dados de saída do TensorBoard para a instância do seu caderno. Por exemplo, o 
comando AWS CLI a seguir baixa os arquivos do TensorBoard /logs/fit para o diretório de 
trabalho atual da instância do seu caderno.

!aws s3 cp --recursive {tensorboard_output_path} ./logs/fit

7. Comprima o diretório do arquivo em um arquivo TAR para fazer o download em sua máquina 
local.
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!tar -cf logs.tar logs

8. Baixe e extraia o arquivo TAR do Tensorboard em um diretório no seu dispositivo, inicie um 
servidor de caderno Jupyter, abra um novo caderno e execute o aplicativo TensorBoard.

!tar -xf logs.tar
%load_ext tensorboard
%tensorboard --logdir logs/fit

Lista de regras integradas do Debugger

Use as regras integradas do Debugger fornecidas pelo Amazon SageMaker Debugger e analise 
métricas e tensores coletados durante o treinamento de seus modelos. Essas regras integradas do 
Debugger monitoram várias condições comuns que são críticas para o sucesso de um trabalho de 
treinamento. Você pode chamar as regras integradas usando o Amazon SageMaker Python SDK
ou as operações de API de baixo nível do SageMaker. Não há custo adicional para usar as regras 
integradas. Para obter mais informações sobre faturamento, consulte a página de Definição de 
preços do Amazon SageMaker.

Note

O número máximo de regras integradas que você pode anexar a um trabalho de treinamento 
é 20. O SageMaker Debugger gerencia totalmente as regras integradas e analisa seu 
trabalho de treinamento de forma síncrona.

Important

Para usar os novos atributos do Debugger, você precisa atualizar o SageMaker Python 
SDK e a biblioteca de cliente do SMDebug. No kernel do IPython, no caderno Jupyter ou no 
ambiente do JupyterLab, execute o código a seguir para instalar as versões mais recentes 
das bibliotecas e reiniciar o kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
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IPython.Application.instance().kernel.do_shutdown(True)

Regra do Debugger

As regras a seguir são as regras integradas do Debugger que podem ser chamadas usando o 
método de classe Rule.sagemaker.

Regras integradas do Debugger para a geração de relatórios de treinamento

Escopo de validade Regras integradas

Relatório de treinamento para o trabalho de 
treinamento do XGBoost do SageMaker

• create_xgboost_report

Regras integradas do Debugger para a depuração de dados de treinamento de modelo (tensores de 
saída)

Escopo de validade Regras integradas

Estruturas de aprendizado profundo (TensorFl 
ow, MXNet e PyTorch)

• dead_relu

• exploding_tensor

• poor_weight_initialization

• saturated_activation

• vanishing_gradient

• weight_update_ratio

Estruturas de aprendizagem profunda 
(TensorFlow, MXNet e PyTorch) e o algoritmo 
XGBoost

• all_zero

• class_imbalance

• loss_not_decreasing

• overfit

• overtraining

• similar_across_runs

• stalled_training_rule

• tensor_variance
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Escopo de validade Regras integradas

• unchanged_tensor

Aplicativos de aprendizagem profunda • check_input_images

• nlp_sequence_ratio

Algoritmo XGBoost • confusion

• feature_importance_overweight

• tree_depth

Para usar as regras integradas com valores de parâmetros padrão, use o seguinte formato de 
configuração:

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [ 
    Rule.sagemaker(rule_configs.built_in_rule_name_1()), 
    Rule.sagemaker(rule_configs.built_in_rule_name_2()), 
    ... 
    Rule.sagemaker(rule_configs.built_in_rule_name_n())
]

Para usar as regras integradas com valores de parâmetros personalizados, use o seguinte formato 
de configuração:

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.built_in_rule_name(), 
        rule_parameters={ 
                "key": "value" 
        } 
        collections_to_save=[  
            CollectionConfig( 
                name="tensor_collection_name",  
                parameters={ 
                    "key": "value" 
                }  
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            ) 
        ] 
    )
]

Para encontrar as chaves disponíveis para o parâmetro rule_parameters, consulte as tabelas de 
descrição de parâmetros.

Exemplos de códigos de configuração de regras são fornecidos para cada regra integrada abaixo 
das tabelas de descrição de parâmetros.

• Para obter instruções completas e exemplos de uso das regras integradas do Debugger, consulte
Código de exemplo de regras integradas do depurador.

• Para obter instruções completas sobre como usar as regras integradas com as operações de 
API de baixo nível do SageMaker, consulte Configurar o Debugger usando a API do Amazon 
SageMaker.

CreateXgboostReport

A regra CreateXGBoostReport coleta tensores de saída de um trabalho de treinamento do XGBoost 
e gera automaticamente um relatório de treinamento abrangente. Você pode baixar um relatório 
abrangente de criação de perfis enquanto um trabalho de treinamento é executado ou após a 
conclusão do trabalho de treinamento e verificar o progresso do treinamento ou o resultado final do 
trabalho de treinamento. A regra CreateXGBoostReport coleta os seguintes tensores de saída por 
padrão:

• hyperparameters – Salva na primeira etapa

• metrics – Economiza perda e precisão a cada 5 etapas

• feature_importance – Salva a cada 5 etapas

• predictions – Salva a cada 5 etapas

• labels – Salva a cada 5 etapas

Descrições de parâmetros para a regra CreateXgboostReport

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
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Nome do parâmetro Descrição

amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

rules=[ 
    Rule.sagemaker( 
        rule_configs.create_xgboost_report() 
    )   
]

DeadRelu

Essa regra detecta quando a porcentagem de funções de ativação de unidade linear retificada 
(ReLU) em um teste são consideradas inativas porque sua atividade de ativação caiu abaixo de um 
limite. Se o percentual de ReLUs inativas em uma camada for maior que o valor threshold_layer
de ReLUs inativas, a regra retornará True.

Descrições de parâmetros para a regra DeadRelu

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
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Nome do parâmetro Descrição

padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: ".*relu_output"

threshold_inactivity Define um nível de atividade abaixo do qual 
uma ReLU é considerada morta. Uma ReLU 
pode estar ativa no início de um teste e, 
depois, morrer lentamente durante o processo 
de treinamento. Se a ReLU estiver ativa abaixo 
do threshold_inactivity , ela será 
considerada morta.

Opcional

Valores válidos: Flutuante

Valores padrão: 1.0 (em porcentagem)
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Nome do parâmetro Descrição

threshold_layer Retorna True se a porcentagem de ReLUs 
inativas em uma camada for maior que
threshold_layer .

Retorna False se a porcentagem de ReLUs 
inativas em uma camada for menor que
threshold_layer .

Opcional

Valores válidos: Flutuante

Valores padrão: 50.0 (em porcentagem)

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.dead_relu(), 
        rule_parameters={ 
                "tensor_regex": ".*relu_output|.*ReLU_output", 
                "threshold_inactivity": "1.0", 
                "threshold_layer": "50.0" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_relu_collection",  
                parameters={ 
                    "include_regex: ".*relu_output|.*ReLU_output", 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.
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Note

Essa regra não está disponível para o algoritmo XGBoost.

ExplodingTensor

Essa regra detecta se os tensores emitidos durante o treinamento têm valores não finitos, infinitos ou 
NaN (que não é um número). Se um valor não finito for detectado, a regra retornará True.

Descrições de parâmetros para a regra ExplodingTensor

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

collection_names A lista de nomes de coleção cujos tensores a 
regra inspeciona.

Opcional

Valores válidos: string

Valor padrão: None

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
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Nome do parâmetro Descrição

padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: string

Valor padrão: None

only_nan True para monitorar os tensores base_tria 
l  apenas para valores NaN e não para infinito.

False para tratar ambos NaN e infinito como 
valores explosivos e para monitorar para 
ambos.

Opcional

Valor padrão: False

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.exploding_tensor(), 
        rule_parameters={ 
                "tensor_regex": ".*gradient", 
                "only_nan": "False" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="gradients",  
                parameters={ 
                    "save_interval": "500" 
                } 
            ) 
        ] 
    )
]
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Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Note

Essa regra não está disponível para o algoritmo XGBoost.

PoorWeightInitialization

Essa regra detecta se os parâmetros do modelo foram inicializados incorretamente.

Uma inicialização correta quebra a simetria dos pesos e dos gradientes em uma rede neural e 
mantém variações de ativação proporcionais nas camadas. Caso contrário, a rede neural não 
aprende de maneira eficaz. Inicializadores como Xavier visam manter a variação constante em todas 
as ativações, o que é especialmente relevante para o treinamento de redes neurais muito profundas. 
Uma inicialização muito pequena pode levar ao desaparecimento de gradientes. Uma inicialização 
muito grande pode levar à explosão de gradientes. Essa regra verifica a variação das entradas 
de ativação nas camadas, a distribuição de gradientes e a convergência de perda para as etapas 
iniciais a fim de determinar se uma rede neural foi inicializada incorretamente.

Descrições de parâmetros da regra de PoorWeightInitialization

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

activation_inputs_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
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Nome do parâmetro Descrição

todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: string

Valor padrão: ".*relu_input"

threshold Se a proporção entre variação mínima e 
máxima de pesos por camada exceder o
threshold  em uma etapa, a regra retornará
True.

Opcional

Valores válidos: Flutuante

Valor padrão: 10.0

distribution_range Se a diferença mínima entre os 5º e 95º 
percentis da distribuição de gradientes for 
menor que o distribution_range , a 
regra retornará True.

Opcional

Valores válidos: Flutuante

Valor padrão: 0.001
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Nome do parâmetro Descrição

patience O número de passos a aguardar até que a 
perda não seja mais decrescente.

Opcional

Valores válidos: inteiro

Valor padrão: 5

steps O número de etapas que essa regra analisa. 
Normalmente, você precisa verificar apenas as 
primeiras iterações.

Opcional

Valores válidos: Flutuante

Valor padrão: 10

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.poor_weight_initialization(), 
        rule_parameters={ 
                "activation_inputs_regex": ".*relu_input|.*ReLU_input", 
                "threshold": "10.0", 
                "distribution_range": "0.001", 
                "patience": "5", 
                "steps": "10" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_relu_collection",  
                parameters={ 
                    "include_regex": ".*relu_input|.*ReLU_input", 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
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]

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Note

Essa regra não está disponível para o algoritmo XGBoost.

SaturatedActivation

Essa regra detecta se as camadas de ativação de tanh (tangente hiperbólica) e sigmoide 
estão ficando saturadas. Uma camada de ativação fica saturada quando a entrada da 
camada está próxima do máximo ou do mínimo da função de ativação. O mínimo e máximo 
das funções de ativação tanh e sigmoide são definidos pelos seus respectivos valores
min_threshold e max_thresholds. Se a atividade de um nó cair abaixo da porcentagem 
de threshold_inactivity, ele será considerada saturado. Se mais de um percentual de
threshold_layer dos nós estiverem saturados, a regra retornará True.

Descrições de parâmetros da regra SaturatedActivation

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

collection_names A lista de nomes de coleção cujos tensores a 
regra inspeciona.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas
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Nome do parâmetro Descrição

Valor padrão: Nenhum

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: string

Valor padrão: ".*tanh_input|.*si 
gmoid_input".

threshold_tanh_min Os limites mínimo e máximo que definem os 
extremos da entrada para uma função de 
ativação tanh, definidos como: (min_thre 
shold, max_threshold) . Os valores 
padrão são determinados com base em 
um limite de gradientes desaparecendo de 
0,0000001.

Opcional

Valores válidos: Flutuante

Valores padrão: -9.4999
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Nome do parâmetro Descrição

threshold_tanh_max Os limites mínimo e máximo que definem os 
extremos da entrada para uma função de 
ativação tanh, definidos como: (min_thre 
shold, max_threshold) . Os valores 
padrão são determinados com base em 
um limite de gradientes desaparecendo de 
0,0000001.

Opcional

Valores válidos: Flutuante

Valores padrão: 9.4999

threshold_sigmoid_min Os limites mínimo e máximo que definem 
os extremos da entrada para uma função 
de ativação sigmoide, definidos como:
(min_threshold, max_threshold) . 
Os valores padrão são determinados com base 
em um limite de gradientes desaparecendo de 
0,0000001.

Opcional

Valores válidos: Flutuante

Valores padrão: -23
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Nome do parâmetro Descrição

threshold_sigmoid_max Os limites mínimo e máximo que definem 
os extremos da entrada para uma função 
de ativação sigmoide, definidos como:
(min_threshold, max_threshold) . 
Os valores padrão são determinados com base 
em um limite de gradientes desaparecendo de 
0,0000001.

Opcional

Valores válidos: Flutuante

Valores padrão: 16.99999

threshold_inactivity A porcentagem de inatividade abaixo da qual a 
camada de ativação é considerada saturada. A 
ativação pode estar ativa no início de um teste 
e, depois, lentamente tornar-se menos ativa 
durante o processo de treinamento.

Opcional

Valores válidos: Flutuante

Valores padrão: 1.0
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Nome do parâmetro Descrição

threshold_layer Retornará True se o número de ativações 
saturadas em uma camada for maior que a 
porcentagem de threshold_layer .

Retornará False se o número de ativações 
saturadas em uma camada for menor que a 
porcentagem de threshold_layer .

Opcional

Valores válidos: Flutuante

Valores padrão: 50.0

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.saturated_activation(), 
        rule_parameters={ 
                "tensor_regex": ".*tanh_input|.*sigmoid_input", 
                "threshold_tanh_min": "-9.4999", 
                "threshold_tanh_max": "9.4999", 
                "threshold_sigmoid_min": "-23", 
                "threshold_sigmoid_max": "16.99999", 
                "threshold_inactivity": "1.0", 
                "threshold_layer": "50.0" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_activations_collection", 
                parameters={ 
                    "include_regex": ".*tanh_input|.*sigmoid_input" 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]
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Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Note

Essa regra não está disponível para o algoritmo XGBoost.

VanishingGradient

Essa regra detecta se os gradientes em um teste se tornam extremamente pequenos ou caem 
para uma magnitude zero. Se a média dos valores absolutos dos gradientes cair abaixo de um
threshold especificado, a regra retornará True.

Descrições de parâmetros da regra de VanishingGradient

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

threshold O valor no qual determina-se que o gradiente 
está desaparecendo.

Opcional

Valores válidos: Flutuante

Valor padrão: 0.0000001 .

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.vanishing_gradient(), 
        rule_parameters={ 
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                "threshold": "0.0000001" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="gradients",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Note

Essa regra não está disponível para o algoritmo XGBoost.

WeightUpdateRatio

Essa regra mantém o controle da proporção de atualizações com relação a pesos durante o 
treinamento e detecta se essa proporção fica muito grande ou muito pequena. Se a proporção 
de atualizações com relação a pesos for maior do que o large_threshold value ou se essa 
proporção for menor que small_threshold, a regra retornará True.

As condições de treinamento são melhores quando as atualizações são proporcionais aos 
gradientes. As atualizações excessivamente grandes podem afastar os pesos dos valores ideais, e 
as atualizações muito pequenas resultam em uma convergência muito lenta. Essa regra requer que 
os pesos estejam disponíveis para duas etapas consecutivas, e train.save_interval precisa 
ser definido como igual a num_steps.

Descrições de parâmetros da regra WeightUpdateRatio

Nome do parâmetro, Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
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Nome do parâmetro, Descrição

amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

num_steps O número de etapas que a regra verifica para 
determinar se o tensor foi alterado.

O número de etapas com as quais você deseja 
comparar as proporções de peso. Se você 
não transmitir nenhum valor, a regra será 
executada por padrão em relação à etapa atual 
e à etapa salva imediatamente antes. Se você 
substituir o padrão transmitindo um valor para 
esse parâmetro, a comparação será feita entre 
pesos na etapa s e em uma etapa >= s - 
num_steps .

Opcional

Valores válidos: inteiro

Valor padrão: None

large_threshold O valor máximo que a proporção de atualizaç 
ões em relação ao peso pode ter antes que a 
regra retorne True.

Opcional

Valores válidos: Flutuante

Valor padrão: 10.0
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Nome do parâmetro, Descrição

small_threshold O valor mínimo que a proporção de atualizaç 
ões com relação ao peso pode ter, abaixo do 
qual a regra retorna True.

Opcional

Valores válidos: Flutuante

Valor padrão: 0.00000001

epsilon Uma pequena constante usada para garantir 
que o Debugger não divida por zero ao calcular 
as atualizações de proporção do peso.

Opcional

Valores válidos: Flutuante

Valor padrão: 0.000000001

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.weight_update_ratio(), 
        rule_parameters={ 
                "num_steps": "100", 
                "large_threshold": "10.0", 
                "small_threshold": "0.00000001", 
                "epsilon": "0.000000001" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="weights",  
                parameters={ 
                    "train.save_interval": "100" 
                }  
            ) 
        ] 
    )
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]

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Note

Essa regra não está disponível para o algoritmo XGBoost.

AllZero

Essa regra detecta se todos ou uma porcentagem especificada dos valores dos tensores são zero.

Esta regra pode ser aplicada a uma das estruturas de aprendizagem profunda com suporte 
(TensorFlow, MXNet e PyTorch) ou ao algoritmo XGBoost. É necessário especificar o parâmetro
collection_names ou tensor_regex. Se ambos os parâmetros forem especificados, a regra 
inspecionará a união de tensores de ambos os conjuntos.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra AllZero

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

collection_names A lista de nomes de coleção cujos tensores a 
regra inspeciona.

Opcional
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Nome do parâmetro Descrição

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: None

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: None

threshold Especifica a porcentagem de valores no tensor 
que precisa ser zero para que essa regra seja 
invocada.

Opcional

Valores válidos: Flutuante

Valor padrão: 100 (em porcentagem)

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.all_zero(), 
        rule_parameters={ 
                "tensor_regex": ".*", 
                "threshold": "100" 
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        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="all",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

ClassImbalance

Essa regra mede os desequilíbrios de amostragem entre classes e lança erros se o desequilíbrio 
exceder um limite ou se ocorrerem muitas previsões erradas para classes sub-representadas como 
resultado do desequilíbrio.

Os modelos de classificação exigem classes bem equilibradas no conjunto de dados de treinamento 
ou uma ponderação/amostragem adequada das classes durante o treinamento. A regra executa as 
seguintes verificações:

• Ela conta as ocorrências por classe. Se a proporção do número de amostras entre a menor e a 
maior classe for maior do que o threshold_imbalance, será lançado um erro.

• Ela verifica a precisão de previsão por classe. Se a reamostragem ou a ponderação não 
tiver sido aplicada corretamente, o modelo poderá atingir alta precisão para a classe com 
muitas amostras de treinamento, mas baixa precisão para as classes com poucas amostras 
de treinamento. Se uma fração de previsões erradas de determinada classe estiver acima de
threshold_misprediction, será lançado um erro.

Esta regra pode ser aplicada a uma das estruturas de aprendizagem profunda com suporte 
(TensorFlow, MXNet e PyTorch) ou ao algoritmo XGBoost.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.
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Descrições de parâmetros da regra ClassImbalance

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

threshold_imbalance O desequilíbrio aceitável entre o número de 
amostras da classe menor e da classe maior. 
Se esse valor do limite for excedido, será 
lançado um erro.

Opcional

Valores válidos: Flutuante

Valor padrão: 10

threshold_misprediction Um limite da fração de previsões incorretas 
permitidas para cada classe. Se esse limite for 
excedido, será lançado um erro. As classes 
sub-representadas têm maior risco de ultrapass 
ar esse limite.

Opcional

Valores válidos: Flutuante

Valor padrão: 0.7

samples O número de rótulos que precisam ser 
processados antes de um desequilíbrio ser 
avaliado. A regra pode não ser acionada até 
que tenha visto amostras suficientes em várias 
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Nome do parâmetro Descrição

etapas. Quanto mais classes o conjunto de 
dados tiver, maior será o número de sample.

Opcional

Valores válidos: inteiro

Valor padrão: 500 (supondo um conjunto de 
dados como MNIST com 10 classes)

argmax Se True, np.argmax será aplicado ao tensor 
da previsão. Obrigatório quando você tem um 
vetor de probabilidades para cada classe. Ele é 
usado para determinar qual classe tem a maior 
probabilidade.

Condicional

Valores válidos: booleano

Valor padrão: False

labels_regex O nome do tensor que contém os rótulos.

Opcional

Valores válidos: string

Valor padrão: ".*labels"

predictions_regex O nome do tensor que contém as previsões.

Opcional

Valores válidos: string

Valor padrão: ".*predictions"

built_in_rules = [ 
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    Rule.sagemaker( 
        base_config=rule_configs.class_imbalance(), 
        rule_parameters={ 
                "threshold_imbalance": "10", 
                "threshold_misprediction": "0.7", 
                "samples": "500", 
                "argmax": "False", 
                "labels_regex": ".*labels", 
                "predictions_regex": ".*predictions" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_output_collection", 
                parameters={ 
                    "include_regex": ".*labels|.*predictions", 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

LossNotDecreasing

Essa regra detecta quando a perda não está diminuindo em valor a uma taxa adequada. Essas 
perdas devem ser escalares.

Esta regra pode ser aplicada a uma das estruturas de aprendizagem profunda com suporte 
(TensorFlow, MXNet e PyTorch) ou ao algoritmo XGBoost. É necessário especificar o parâmetro
collection_names ou tensor_regex. Se ambos os parâmetros forem especificados, a regra 
inspecionará a união de tensores de ambos os conjuntos.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra LossNotDecreasing

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.
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Nome do parâmetro Descrição

Obrigatório

Valores válidos: string

collection_names A lista de nomes de coleção cujos tensores a 
regra inspeciona.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: None

tensor_regex Uma lista de padrões regex que é usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: None
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Nome do parâmetro Descrição

use_losses_collection Se definido como True, procura perdas na 
coleção chamada "losses" (perdas) quando a 
coleção está presente.

Opcional

Valores válidos: booleano

Valor padrão: True

num_steps O número mínimo de etapas após as quais a 
regra verifica se a perda diminuiu. A avaliação 
da regra acontece a cada num_steps . A 
regra compara a perda dessa etapa com a 
perda de uma etapa que está pelo menos
num_steps  atrás da etapa atual. Por 
exemplo, suponha que a perda está sendo 
salva a cada três etapas, mas num_steps
está definido como 10. Na etapa 21, a perda 
dessa etapa é comparada com a perda da 
etapa 9. A próxima etapa em que a perda é 
verificada é a etapa 33, porque dez etapas 
após a etapa 21 é a etapa 31 e, na etapa 31 e 
etapa 32, a perda não é salva.

Opcional

Valores válidos: inteiro

Valor padrão: 10
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Nome do parâmetro Descrição

diff_percent A diferença percentual mínima pela qual a 
perda deve diminuir entre num_steps .

Opcional

Valores válidos: 0.0 < flutuante < 100

Valor padrão: 0.1 (em porcentagem)

increase_threshold_percent A porcentagem do limite máximo em que a 
perda tem permissão para aumentar caso a 
perda esteja aumentando

Opcional

Valores válidos: 0 < flutuante < 100

Valor padrão: 5 (em porcentagem)

mode O nome do modo do Debugger para consultar 
valores de tensor da verificação de regras. Se 
isso não for transmitido, a regra verificará em 
ordem por padrão para o mode.EVAL , depois
mode.TRAIN  e, então, mode.GLOBAL .

Opcional

Valores válidos: string (EVAL, TRAIN ou
GLOBAL)

Valor padrão: GLOBAL

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.loss_not_decreasing(), 
        rule_parameters={ 
                "tensor_regex": ".*", 
                "use_losses_collection": "True", 
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                "num_steps": "10", 
                "diff_percent": "0.1", 
                "increase_threshold_percent": "5", 
                "mode": "GLOBAL" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

Overfit

Essa regra detecta se o modelo está sendo sobreajustado aos dados de treinamento comparando as 
perdas de validação e treinamento.

Esta regra pode ser aplicada a uma das estruturas de aprendizagem profunda com suporte 
(TensorFlow, MXNet e PyTorch) ou ao algoritmo XGBoost.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Note

Uma maneira padrão de evitar o sobreajuste é regularizar o modelo.

Descrições de parâmetros da regra de Overfit

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório
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Nome do parâmetro Descrição

Valores válidos: string

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: Nenhum

start_step A etapa a partir da qual começar a comparar a 
perda de validação e de treinamento.

Opcional

Valores válidos: inteiro

Valor padrão: 0

patience O número de etapas para as quais o
ratio_threshold  tem permissão para 
exceder o valor definido antes que o modelo 
seja considerado sobreajuste.

Opcional

Valores válidos: inteiro

Valor padrão: 1
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Nome do parâmetro Descrição

ratio_threshold A proporção máxima da diferença entre a 
perda média de validação e a perda média de 
treinamento com relação à perda média de 
treinamento. Se esse limite for excedido para 
um número patience de etapas, o modelo 
estará sendo sobreajustado e a regra retornará
True.

Opcional

Valores válidos: Flutuante

Valor padrão: 0.1

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.overfit(), 
        rule_parameters={ 
                "tensor_regex": ".*", 
                "start_step": "0", 
                "patience": "1", 
                "ratio_threshold": "0.1" 
        }, 
        collections_to_save=[ 
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "train.save_interval": "100", 
                    "eval.save_interval": "10" 
                }  
            ) 
        ] 
    )
]
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Overtraining

Essa regra detecta se um modelo está sendo treinado em excesso. Depois de várias iterações de 
treinamento em um modelo bem-comportado (diminuição da perda de treinamento e validação), o 
modelo se aproxima de um mínimo da função de perda e não melhora mais. Se o modelo continuar 
treinando, pode acontecer que a perda de validação comece a aumentar, porque o modelo começa a 
apresentar sobreajuste. Essa regra define limites e condições para determinar se o modelo não está 
melhorando e evita problemas de sobreajuste devido ao excesso de treinamento.

Esta regra pode ser aplicada a uma das estruturas de aprendizagem profunda com suporte 
(TensorFlow, MXNet e PyTorch) ou ao algoritmo XGBoost.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Note

O excesso de treinamento pode ser evitado pela interrupção precoce. Para obter 
informações sobre interrupção precoce, consulte Interromper trabalhos de treinamento 
precocemente. Para obter um exemplo que mostra como usar o treinamento spot com o 
Debugger, consulte Ativar o treinamento spot com o Amazon SageMaker Debugger.

Descrições de parâmetros da regra Overtraining

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

patience_train O número de etapas a aguardar antes que 
se considere que a perda de treinamento não 
esteja mais melhorando.

Usar o Depurador do SageMaker 3479

https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-debugger/mxnet_spot_training/mxnet-spot-training-with-sagemakerdebugger.html


Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Descrição

Opcional

Valores válidos: inteiro

Valor padrão: 5

patience_validation O número de etapas a aguardar antes que se 
considere que a perda de validação não esteja 
mais melhorando.

Opcional

Valores válidos: inteiro

Valor padrão: 10

delta O limite mínimo de quanto o erro deve 
melhorar antes de ser considerado como um 
novo ideal.

Opcional

Valores válidos: Flutuante

Valor padrão: 0.01

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.overtraining(), 
        rule_parameters={ 
                "patience_train": "5", 
                "patience_validation": "10", 
                "delta": "0.01" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
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                }  
            ) 
        ] 
    )
]

SimilarAcrossRuns

Essa regra compara tensores coletados de um teste base com tensores de outro teste.

Esta regra pode ser aplicada a uma das estruturas de aprendizagem profunda com suporte 
(TensorFlow, MXNet e PyTorch) ou ao algoritmo XGBoost.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra SimilarAcrossRuns

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

other_trials Um nome de trabalho de treinamento concluído 
cujos tensores você deseja comparar com os 
tensores coletados do base_trial  atual.

Obrigatório

Valores válidos: string

collection_names A lista de nomes de coleção cujos tensores a 
regra inspeciona.

Opcional
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Nome do parâmetro Descrição

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: Nenhum

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: Nenhum

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.similar_across_runs(), 
        rule_parameters={ 
                "other_trials": "<specify-another-job-name>", 
                "collection_names": "losses", 
                "tensor_regex": ".*" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
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    )
]

StalledTrainingRule

A StalledTrainingRule detecta se não há progresso no trabalho de treinamento e interrompe o 
trabalho de treinamento se a regra for acionada. Essa regra exige que os tensores sejam salvos 
periodicamente em um intervalo de tempo definido por seu parâmetro threshold. Essa regra 
continua monitorando novos tensores e, se nenhum novo tensor for emitido, a regra de intervalo de 
limite será acionada.

Descrições de parâmetros para a regra StalledTrainingRule

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

threshold Um limite que define por quanto tempo em 
segundos a regra espera pela saída de um 
tensor até acionar um problema de treinamen 
to interrompido. O valor padrão é de 1800 
segundos.

Opcional

Valores válidos: inteiro

Valor padrão: 1800

stop_training_on_fire Se definido como True, observa se o trabalho 
de treinamento básico gera tensores em 
“threshold ” segundos.

Opcional
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Nome do parâmetro Descrição

Valores válidos: booleano

Valor padrão: False

training_job_name_prefix O prefixo do nome do trabalho de treinamen 
to básico. Se stop_training_on_fire
for verdadeiro, a regra procura trabalhos 
de treinamento do SageMaker com esse 
prefixo na mesma conta. Se for encontrada 
uma inatividade, a regra executa uma ação
StopTrainingJob . Observe que, se houver 
vários trabalhos encontrados com o mesmo 
prefixo, a regra ignora o encerramento. É 
importante que o prefixo seja definido de forma 
exclusiva para cada trabalho de treinamento.

Opcional

Valores válidos: string

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.stalled_training_rule(), 
        rule_parameters={ 
                "threshold": "1800", 
                "stop_training_on_fire": "True", 
                "training_job_name_prefix": "<specify-training-base-job-name>" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
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]

TensorVariance

Essa regra detecta se você tem tensores com variâncias muito altas ou muito baixas. Variâncias 
muito altas ou muito baixas em um tensor podem levar à saturação de neurônios, o que reduz 
a capacidade de aprendizagem da rede neural. A variância muito alta nos tensores também 
pode acabar resultando em tensores explosivos. Use essa regra para detectar esses problemas 
antecipadamente.

Esta regra pode ser aplicada a uma das estruturas de aprendizagem profunda com suporte 
(TensorFlow, MXNet e PyTorch) ou ao algoritmo XGBoost. É necessário especificar o parâmetro
collection_names ou tensor_regex. Se ambos os parâmetros forem especificados, a regra 
inspecionará a união de tensores de ambos os conjuntos.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra TensorVariance

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

collection_names A lista de nomes de coleção cujos tensores a 
regra inspeciona.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: Nenhum

Usar o Depurador do SageMaker 3485



Amazon SageMaker Guia do Desenvolvedor

Nome do parâmetro Descrição

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: Nenhum

max_threshold O limite máximo da variância do tensor.

Opcional

Valores válidos: Flutuante

Valor padrão: Nenhum

min_threshold O limite mínimo da variância do tensor.

Opcional

Valores válidos: Flutuante

Valor padrão: Nenhum

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.tensor_variance(), 
        rule_parameters={ 
                "collection_names": "weights", 

Usar o Depurador do SageMaker 3486



Amazon SageMaker Guia do Desenvolvedor

                "max_threshold": "10", 
                "min_threshold": "0.00001", 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="weights",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

UnchangedTensor

Essa regra detecta se um tensor não está mais mudando ao longo das etapas.

Essa regra executa o método numpy.allclose para verificar se o tensor não está mudando.

Esta regra pode ser aplicada a uma das estruturas de aprendizagem profunda com suporte 
(TensorFlow, MXNet e PyTorch) ou ao algoritmo XGBoost. É necessário especificar o parâmetro
collection_names ou tensor_regex. Se ambos os parâmetros forem especificados, a regra 
inspecionará a união de tensores de ambos os conjuntos.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra UnchangedTensor

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

collection_names A lista de nomes de coleção cujos tensores a 
regra inspeciona.
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Nome do parâmetro Descrição

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: Nenhum

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: Nenhum
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Nome do parâmetro Descrição

num_steps O número de etapas que a regra verifica para 
determinar se o tensor foi alterado.

Isso verifica os últimos num_steps  que estão 
disponíveis. Eles não precisam ser consecuti 
vos. Se num_steps  for 2, na etapa s ela não 
necessariamente verifica s-1 e s. Se s-1 não 
estiver disponível, ela verifica a última etapa 
disponível com s. Nesse caso, ela verifica a 
última etapa disponível com a etapa atual.

Opcional

Valores válidos: inteiro

Valor padrão: 3

rtol O parâmetro de tolerância relativa a ser 
transmitido para o método numpy.allclose .

Opcional

Valores válidos: Flutuante

Valor padrão: 1e-05

atol O parâmetro de tolerância absoluta a ser 
transmitido para o método numpy.allclose .

Opcional

Valores válidos: Flutuante

Valor padrão: 1e-08
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Nome do parâmetro Descrição

equal_nan Se os NaNs devem ser comparados como 
iguais. Se True, os NaNs na matriz de 
entrada a são considerados iguais aos NaNs 
na matriz de entrada b na matriz de saída. 
Este parâmetro é transmitido para o método
numpy.allclose .

Opcional

Valores válidos: booleano

Valor padrão: False

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.unchanged_tensor(), 
        rule_parameters={ 
                "collection_names": "losses", 
                "tensor_regex": "", 
                "num_steps": "3", 
                "rtol": "1e-05", 
                "atol": "1e-08", 
                "equal_nan": "False" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="losses",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]
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CheckInputImages

Essa regra verifica se as imagens de entrada foram normalizadas corretamente. Especificamente, 
ela detecta se a média dos dados de amostra difere de zero em mais de um valor limite. Muitos 
modelos de visão computacional exigem que os dados de entrada tenham uma média zero e 
variação de unidade.

Esta regra é aplicável a aplicativos de aprendizagem profunda.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra CheckInputImages

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

threshold_mean Um limite que define por quanto a média dos 
dados de entrada pode ser diferente de 0.

Opcional

Valores válidos: Flutuante

Valor padrão: 0.2

threshold_samples O número de imagens que precisam ser 
amostradas antes que um erro possa ser 
lançado. Se o valor for muito baixo, a estimativ 
a da média do conjunto de dados será 
imprecisa.

Opcional
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Nome do parâmetro Descrição

Valores válidos: inteiro

Valor padrão: 500

regex O nome do tensor dos dados de entrada.

Opcional

Valores válidos: string

Valor padrão: ".*hybridsequentia 
l0_input_0"  (o nome do tensor de 
entrada para modelos do Apache MXNet 
usando HybridSequential)

channel A posição do canal de cor na matriz de forma 
do tensor de entrada.

Opcional

Valores válidos: inteiro

Valor padrão: 1 (por exemplo, o MXNet espera 
dados de entrada na forma de (tamanho_ 
do_lote, canal, altura, largura))

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.check_input_images(), 
        rule_parameters={ 
                "threshold_mean": "0.2", 
                "threshold_samples": "500", 
                "regex": ".*hybridsequential0_input_0", 
                "channel": "1" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_inputs_collection",  
                parameters={ 
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                    "include_regex": ".*hybridsequential0_input_0", 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

NLPSequenceRatio

Essa regra calcula a proporção de tokens específicos, dado o resto da sequência de entrada que é 
útil para otimizar o desempenho. Por exemplo, é possível calcular a porcentagem de tokens de fim 
de sentença (EOS) de preenchimento na sequência de entrada. Se o número de tokens de EOS for 
muito alto, deverá ser executada uma estratégia de armazenamento bucketing alternativa. Também 
é possível calcular a porcentagem de tokens desconhecidos na sequência de entrada. Se o número 
de palavras desconhecidas for muito alto, poderá ser usado um vocabulário alternativo.

Esta regra é aplicável a aplicativos de aprendizagem profunda.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra NLPSequenceRatio

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

tensor_regex Uma lista de padrões regex usada para 
restringir essa comparação a tensores de valor 
escalar específicos. A regra inspeciona apenas 
os tensores que correspondem aos padrões 
regex especificados na lista. Se nenhum 
padrão for transmitido, a regra comparará 
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Nome do parâmetro Descrição

todos os tensores reunidos nos testes por 
padrão. Somente tensores com valor escalar 
podem ser combinados.

Opcional

Valores válidos: lista de strings ou uma string 
separada por vírgulas

Valor padrão: ".*embedding0_input_0"
(supondo uma incorporação como a camada 
inicial da rede)

token_values Uma string de uma lista dos valores numéricos 
dos tokens. Por exemplo, "3, 0".

Opcional

Valores válidos: string de valores numéricos 
separados por vírgulas

Valor padrão: 0

token_thresholds_percent Uma string de uma lista de limites (em 
porcentagens) que correspondem a cada um 
dos token_values . Por exemplo, "50,0; 
50,0".

Opcional

Valores válidos: string de flutuações separadas 
por vírgulas

Valor padrão: "50"

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.nlp_sequence_ratio(), 
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        rule_parameters={ 
                "tensor_regex": ".*embedding0_input_0", 
                "token_values": "0", 
                "token_thresholds_percent": "50" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="custom_inputs_collection",  
                parameters={ 
                    "include_regex": ".*embedding0_input_0" 
                }  
            ) 
        ] 
    )
]

Confusion

Essa regra avalia a qualidade de uma matriz de confusão para um problema de classificação.

Ela cria uma matriz de tamanho category_no*category_no e a preenche com dados de 
pares (labels, predictions). Para cada par (labels, predictions), a contagem em
confusion[labels][predictions] é incrementada em 1. Quando a matriz é totalmente 
preenchida, a proporção de dados de valores na diagonal e de valores fora da diagonal são 
avaliados da seguinte maneira:

• Para elementos na diagonal: confusion[i][i]/sum_j(confusion[j][j])>=min_diag

• Para elementos fora da diagonal: confusion[j][i])/sum_j(confusion[j]
[i])<=max_off_diag

Essa regra pode ser aplicada ao algoritmo XGBoost.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra Confusion

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
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Nome do parâmetro Descrição

amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

category_no O número de categorias.

Opcional

Valores válidos: inteiro ≥2

Valor padrão: "None"

labels A coleção de tensores labels ou um vetor 1-d 
de rótulos verdadeiros.

Opcional

Valores válidos: string

Valor padrão: "labels"

predictions A coleção de tensores predictions  ou um 
vetor 1-d de rótulos estimados.

Opcional

Valores válidos: string

Valor padrão: "predictions"
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Nome do parâmetro Descrição

labels_collection A regra inspeciona os tensores nesta coleção 
para labels.

Opcional

Valores válidos: string

Valor padrão: "labels"

predictions_collection A regra inspeciona os tensores nesta coleção 
para predictions .

Opcional

Valores válidos: string

Valor padrão: "predictions"

min_diag O limite mínimo da proporção de dados na 
diagonal.

Opcional

Valores válidos: 0≤flutuante≤1

Valor padrão: 0.9

max_off_diag O limite máximo da proporção de dados fora da 
diagonal.

Opcional

Valores válidos: 0≤flutuante≤1

Valor padrão: 0.1

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.confusion(), 
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        rule_parameters={ 
                "category_no": "10", 
                "labels": "labels", 
                "predictions": "predictions", 
                "labels_collection": "labels", 
                "predictions_collection": "predictions", 
                "min_diag": "0.9", 
                "max_off_diag": "0.1" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="labels", 
                parameters={ 
                    "save_interval": "500" 
                }  
            ), 
            CollectionConfig( 
                name="predictions", 
                parameters={ 
                    "include_regex": "500" 
                }  
            ) 
        ] 
    )
]

Note

Essa regra inferirá valores padrão para os parâmetros opcionais se seus valores não forem 
especificados.

FeatureImportanceOverweight

Essa regra acumula os pesos dos n maiores valores de importância do atributo por etapa e garante 
que eles não excedam o limite. Por exemplo, você pode definir o limite para que os três principais 
atributos não suportem mais de 80% dos pesos totais do modelo.

Essa regra é válida apenas para o algoritmo XGBoost.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.
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Descrições de parâmetros para a regra FeatureImportanceOverweight

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

threshold Define o limite para a proporção da soma 
cumulativa dos n maiores atributos. O número
n é definido pelo parâmetro nfeatures .

Opcional

Valores válidos: Flutuante

Valor padrão: 0.8

nfeatures O número dos maiores atributos.

Opcional

Valores válidos: inteiro

Valor padrão: 3

tensor_regex A expressão regular (regex) do tensor nomeia 
a regra a ser analisada.

Opcional

Valores válidos: string

Valor padrão: ".*feature_importance/
weight"
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built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.feature_importance_overweight(), 
        rule_parameters={ 
                "threshold": "0.8", 
                "nfeatures": "3", 
                "tensor_regex": ".*feature_importance/weight" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="feature_importance",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

TreeDepth

Essa regra mede a profundidade das árvores em um modelo do XGBoost. O XGBoost rejeita 
divisões se elas não melhoram a perda. Isso regulariza o treinamento. Como resultado, a árvore 
pode não crescer tão profundamente como definido no parâmetro depth.

Essa regra é válida apenas para o algoritmo XGBoost.

Para obter um exemplo de como configurar e implantar uma regra interna, consulte Configurar regras 
integradas do Depurador.

Descrições de parâmetros da regra TreeDepth

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string
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Nome do parâmetro Descrição

depth A profundidade da árvore. A profundidade da 
árvore é obtida calculando o logaritmo base 2 
do ID do maior nó.

Opcional

Valores válidos: Flutuante

Valor padrão: 4

built_in_rules = [ 
    Rule.sagemaker( 
        base_config=rule_configs.tree_depth(), 
        rule_parameters={ 
                "depth": "4" 
        }, 
        collections_to_save=[  
            CollectionConfig( 
                name="tree",  
                parameters={ 
                    "save_interval": "500" 
                }  
            ) 
        ] 
    )
]

Crie regras personalizadas do Debugger para Análise de trabalho de treinamento

Você pode criar regras personalizadas para monitorar seu trabalho de treinamento usando as APIs 
Debugger Rule e a biblioteca de código aberto smdebug Python, que fornecem ferramentas para 
criar seus próprios contêineres de regras.

Tópicos

• Pré-requisitos para criar regras personalizadas do Debugger

• Use a biblioteca de cliente do Debugger smdebug para criar um script Python de regras 
personalizadas
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• Use as APIs do Debugger para executar suas próprias regras personalizadas

Pré-requisitos para criar regras personalizadas do Debugger

Para criar regras personalizadas do Debugger, você precisa dos seguintes pré-requisitos.

• Regra do SageMaker Debugger.da API personalizada

• A biblioteca de cliente de código aberto smdebug

• Seu próprio script de regras personalizadas em Python

• URLs de registro do Amazon SageMaker Debugger para avaliadores de regras personalizadas.

Use a biblioteca de cliente do Debugger smdebug para criar um script Python de regras 
personalizadas

A API de regras smdebug fornece uma interface para configurar suas próprias regras 
personalizadas. O script Python a seguir é uma amostra de como criar uma regra 
personalizada,CustomGradientRule. Este tutorial de regra personalizada observa se os 
gradientes estão ficando muito grandes e define o limite padrão como 10. A regra personalizada faz 
um teste básico criado por um estimador do SageMaker ao iniciar o trabalho de treinamento.

from smdebug.rules.rule import Rule

class CustomGradientRule(Rule): 
    def __init__(self, base_trial, threshold=10.0): 
        super().__init__(base_trial) 
        self.threshold = float(threshold) 

    def invoke_at_step(self, step): 
        for tname in self.base_trial.tensor_names(collection="gradients"): 
            t = self.base_trial.tensor(tname) 
            abs_mean = t.reduction_value(step, "mean", abs=True) 
            if abs_mean > self.threshold: 
                return True 
        return False

Você pode adicionar várias classes de regras personalizadas quantas quiser no mesmo script 
Python e implantá-las em qualquer teste de trabalho de treinamento criando objetos de regras 
personalizados na seção a seguir.
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Use as APIs do Debugger para executar suas próprias regras personalizadas

O exemplo de código a seguir mostra como configurar uma regra personalizada com o Amazon 
SageMaker Python SDK. Este exemplo pressupõe que o script de regras personalizadas que você 
criou na etapa anterior esteja localizado em 'path/to/my_custom_rule.py'.

from sagemaker.debugger import Rule, CollectionConfig

custom_rule = Rule.custom( 
    name='MyCustomRule', 
    image_uri='759209512951.dkr.ecr.us-west-2.amazonaws.com/sagemaker-debugger-rule-
evaluator:latest',  
    instance_type='ml.t3.medium',      
    source='path/to/my_custom_rule.py',  
    rule_to_invoke='CustomGradientRule',      
    collections_to_save=[CollectionConfig("gradients")],  
    rule_parameters={"threshold": "20.0"}
)        

A lista a seguir explica os argumentos da API Debugger Rule.custom.

• name (str): especifique um nome de regra personalizado conforme desejar.

• image_uri (str): essa é a imagem do contêiner que tem a lógica de entender sua regra 
personalizada. Ele fornece e avalia as coleções de tensores especificadas que você salva no 
trabalho de treinamento. Você pode encontrar a lista de imagens de código aberto do avaliador de 
regras do SageMaker em URLs de registro do Amazon SageMaker Debugger para avaliadores de 
regras personalizadas..

• instance_type (str): você precisa especificar uma instância para criar um contêiner docker de 
regras. Isso ativa a instância paralelamente a um contêiner de treinamento.

• source (str): esse é o caminho local ou o URI do Amazon S3 para seu script de regras 
personalizado.

• rule_to_invoke (str): isso especifica a implementação específica da classe de regra em seu 
script de regra personalizado. O SageMaker suporta somente uma regra a ser avaliada por vez em 
um trabalho de regras.

• collections_to_save (str): isso especifica quais coleções de tensores você salvará para que a 
regra seja executada.

• rule_parameters (dicionário): Isso aceita entradas de parâmetros em formato de dicionário. 
Você pode ajustar os parâmetros que você configurou no script de regra personalizada.
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Depois de configurar o objeto custom_rule, você pode usá-lo para criar um estimador do 
SageMaker para qualquer trabalho de treinamento. Especifique o entry_point em seu script de 
treinamento. Não é necessário fazer nenhuma alteração no script de treinamento.

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
                role=sagemaker.get_execution_role(), 
                base_job_name='smdebug-custom-rule-demo-tf-keras', 
                entry_point='path/to/your_training_script.py' 
                train_instance_type='ml.p2.xlarge' 
                ... 
                 
                # debugger-specific arguments below 
                rules = [custom_rule]
)

estimator.fit()

Para obter mais variações e exemplos avançados do uso das regras personalizadas do Debugger, 
consulte os seguintes exemplos de cadernos.

• Monitore seu trabalho de treinamento com as regras personalizadas do Amazon SageMaker 
Debugger

• Remoção do modelo iterativo PyTorch do ResNet e do AlexNet

• Acionar o Amazon CloudWatch Events usando regras do Debugger para executar uma ação com 
base no status do treinamento com o TensorFlow

Use o Depurador com contêineres de treinamento personalizados

O Amazon SageMaker Debugger está disponível para qualquer modelo de aprendizado profundo 
que você trouxer para o Amazon SageMaker. As APIs AWS CLI, Estimator do SageMaker e 
o Depurador permitem que você use qualquer imagem base do Docker para criar e personalizar 
contêineres para treinar seus modelos. Para usar o Depurador com contêineres personalizados, 
você precisa fazer uma alteração mínima em seu script de treinamento para implementar o retorno 
de chamada do hook do Depurador e recuperar tensores dos trabalhos de treinamento.

Você precisa dos seguintes recursos para criar um contêiner personalizado com o Depurador.

• Amazon SageMaker Python SDK
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• A biblioteca de clientes de código aberto SMDebug

• Uma imagem base do Docker de sua escolha

• Seu script de treinamento com um hook do Depurador registrado – Para obter mais informações 
sobre como registrar um hook do Depurador no seu script de treinamento, consulte Registre o 
Hook do Depurador em seu script de treinamento.

Para um exemplo completo do uso do Depurador com um contêiner de treinamento personalizado, 
consulte o exemplo de caderno a seguir.

• Crie um contêiner de treinamento personalizado e depure trabalhos de treinamento com o 
Depurador

Tip

Esse contêiner personalizado com guia do Depurador é uma extensão do guia Como 
adaptar o próprio contêiner de treinamento que explica como criar e enviar seu contêiner de 
treinamento personalizado para o Amazon ECR.

Prepare-se para criar um contêiner de treinamento personalizado

Para criar um contêiner do docker, a estrutura básica dos arquivos deve ter a seguinte aparência:

### debugger_custom_container_test_notebook.ipynb      # a notebook to run python 
 snippet codes
### debugger_custom_container_test_folder              # this is a docker folder 
    ###  your-training-script.py                       # your training script with 
 Debugger hook 
    ###  Dockerfile                                    # a Dockerfile to build your own 
 container

Registre o Hook do Depurador em seu script de treinamento

Para depurar seu treinamento de modelo, você precisa adicionar um hook do Depurador ao seu 
script de treinamento.
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Note

Essa etapa é necessária para coletar os parâmetros do modelo (tensores de saída) para 
depurar o treinamento de modelos. Se você quiser apenas monitorar e criar um perfil, pode 
pular essa etapa de inscrição do hook e excluir o parâmetro debugger_hook_config ao 
construir um estimador.

O código de exemplo a seguir mostra a estrutura de um script de treinamento usando o modelo 
Keras ResNet50 e como passar o hook do Depurador como um retorno de chamada Keras para 
depuração. Para encontrar um script de treinamento completo, consulte o Script de treinamento do 
TensorFlow com o hook do Depurador do SageMaker.

# An example of training script (your-training-script.py)
import tensorflow.compat.v2 as tf
from tensorflow.keras.applications.resnet50 import ResNet50
import smdebug.tensorflow as smd

def train(batch_size, epoch, model, hook): 

    ... 
    model.fit(X_train, Y_train, 
              batch_size=batch_size, 
              epochs=epoch, 
              validation_data=(X_valid, Y_valid), 
              shuffle=True, 

               # smdebug modification: Pass the Debugger hook in the main() as a Keras 
 callback
              callbacks=[hook])

def main(): 
    parser=argparse.ArgumentParser(description="Train resnet50 cifar10") 

    # hyperparameter settings 
    parser.add_argument(...) 
     
    args = parser.parse_args() 

    model=ResNet50(weights=None, input_shape=(32,32,3), classes=10) 

     # Add the following line to register the Debugger hook for Keras.
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    hook=smd.KerasHook.create_from_json_file()

    # Start the training. 
    train(args.batch_size, args.epoch, model, hook)

if __name__ == "__main__": 
    main() 
         

Para obter mais informações sobre como registrar o hook do Depurador para as estruturas e 
algoritmos compatíveis, consulte os links a seguir na biblioteca de clientes do SMDebug:

• Hook do SMDebug TensorFlow

• Hook do SMDebug PyTorch

• Hook do SMDebug MXNet

• Hook do SMDebug XGBoost

Nos exemplos de scripts de treinamento dos cadernos a seguir, você pode encontrar mais exemplos 
sobre como adicionar os hooks do Depurador aos scripts de treinamento e coletar os tensores de 
saída em detalhes:

• Depurador no modo de script com um framework do TensorFlow 2.1

Para ver a diferença entre o uso do depurador em um contêiner de Deep Learning e no modo 
de script, abra esse bloco de anotações e coloque-o no  depurador anterior em um bloco de 
anotações exemplo do TensorFlow v2.1 do contêiner de Deep Learning lado a lado.

No modo de script, a parte de configuração do gancho é removida do script no qual o estimador 
é definido. Em vez disso, o recurso de hook do Depurador é mesclado no script de treinamento,
Script de treinamento do TensorFlow Keras ResNet no modo de script. O script de treinamento 
importa a biblioteca smdebug no ambiente do TensorFlow Keras necessária para se comunicar 
com o algoritmo do TensorFlow ResNet50. Ele também implementa manualmente a funcionalidade 
de gancho smdebug adicionando o argumento callbacks=[hook] dentro da função train (na 
linha 49) e adicionando a configuração do gancho manual (na linha 89) fornecida por meio do SDK 
para Python do SageMaker.

Esse exemplo de modo de script executa o trabalho de treinamento na estrutura de trabalho TF 
2.1 para a comparação direta com a alteração de script zero no exemplo TF 2.1. O benefício da 
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configuração do depurador no modo de script é a flexibilidade de escolher versões da estrutura 
não cobertas pelos Contêineres de Aprendizado Profundo AWS.

• Usando o Amazon SageMaker Debugger em um contêiner PyTorch no modo de script

Este caderno habilita o Depurador no modo de script no framework do PyTorch v1.3.1. O PyTorch 
v1.3.1 é compatível com contêineres do SageMaker e este exemplo mostra detalhes de como 
modificar um script de treinamento.

O estimador SageMaker PyTorch já está no modo de script por padrão. No bloco de anotações, a 
linha para ativar o script_mode não está incluída na configuração do estimador.

Este caderno mostra etapas detalhadas para alterar o script de treinamento original do Pytorch
para uma versão modificada para habilitar o depurador. Além disso, este exemplo mostra como 
você pode usar regras integradas do Depurador para detectar problemas de treinamento, como 
problema de desaparecimento de gradientes e os recursos de avaliação do Depurador para 
chamar e analisar os tensores salvos.

Criar e configurar um Dockerfile

Abra seu SageMaker JupyterLab e crie uma nova pasta,
debugger_custom_container_test_folder neste exemplo, para salvar seu script de 
treinamento e Dockerfile. O exemplo de código a seguir é um Dockerfile que inclui elogios 
essenciais da compilação do docker. Cole o conteúdo a seguir no arquivo de texto Dockerfile e 
salve-o. Carregue seu script de treinamento na mesma pasta.

# Specify a docker base image
FROM tensorflow/tensorflow:2.2.0rc2-gpu-py3
RUN /usr/bin/python3 -m pip install --upgrade pip
RUN pip install --upgrade protobuf

# Install required packages to enable the SageMaker Python SDK and the smdebug library
RUN pip install sagemaker-training
RUN pip install smdebug
CMD ["bin/bash"]

Se você quiser usar uma imagem pré-criada de contêiner de aprendizado profundo AWS, consulte
Imagens de contêineres de aprendizado profundo AWS disponíveis.
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Crie e envie o contêiner de treinamento personalizado para o Amazon ECR

Crie um caderno de teste, debugger_custom_container_test_notebook.ipynb, e execute 
o código a seguir na célula do caderno. Isso acessará o diretório debugger_byoc_test_docker, 
criará o docker com o algorithm_nameespecificado e enviará o contêiner do docker para o 
Amazon ECR.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
ecr_repository = 'sagemaker-debugger-mnist-byoc-tf2'
tag = ':latest'

region = boto3.session.Session().region_name

uri_suffix = 'amazonaws.com'
if region in ['cn-north-1', 'cn-northwest-1']: 
    uri_suffix = 'amazonaws.com.cn'
byoc_image_uri = '{}.dkr.ecr.{}.{}/{}'.format(account_id, region, uri_suffix, 
 ecr_repository + tag)

!docker build -t $ecr_repository docker
!$(aws ecr get-login --region $region --registry-ids $account_id --no-include-email)
!aws ecr create-repository --repository-name $ecr_repository
!docker tag {ecr_repository + tag} $byoc_image_uri
!docker push $byoc_image_uri

Tip

Se você usar uma das imagens base do Contêiner de Aprendizado Profundo AWS, execute 
o código a seguir para fazer login no Amazon ECR e acessar o repositório de imagens do 
Contêiner de Aprendizado Profundo.

! aws ecr get-login-password --region {region} | docker login --username AWS --
password-stdin 763104351884.dkr.ecr.us-east-1.amazonaws.com

Execute e depure trabalhos de treinamento usando o contêiner de treinamento personalizado

Depois de criar e enviar seu contêiner do docker para o Amazon ECR, configure um estimador 
do SageMaker com seu script de treinamento e os parâmetros específicos do Depurador. Depois 
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de executar o estimator.fit(), o Depurador coletará os tensores de saída, irá monitorá-los 
e detectará problemas de treinamento. Usando os tensores salvos, você pode analisar melhor 
o trabalho de treinamento usando os principais recursos e ferramentas smdebug. Configurando 
um fluxo de trabalho do processo de monitoramento de regras do Depurador com o Amazon 
CloudWatch Events e AWS Lambda, você pode automatizar um processo de interrupção de trabalho 
de treinamento sempre que as regras do Depurador detectarem problemas de treinamento.

import sagemaker
from sagemaker.estimator import Estimator
from sagemaker.debugger import Rule, DebuggerHookConfig, CollectionConfig, rule_configs

profiler_config=ProfilerConfig(...)
debugger_hook_config=DebuggerHookConfig(...)
rules=[ 
     Rule.sagemaker(rule_configs.built_in_rule()), 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=Estimator( 
    image_uri=byoc_image_uri, 
    entry_point="./debugger_custom_container_test_folder/your-training-script.py" 
    role=sagemaker.get_execution_role(), 
    base_job_name='debugger-custom-container-test', 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
     
    # Debugger-specific parameters 
    profiler_config=profiler_config, 
    debugger_hook_config=debugger_hook_config, 
    rules=rules
)

# start training
estimator.fit()

Configurar o Debugger usando a API do Amazon SageMaker

Os tópicos precedentes se concentram no uso do Debugger por meio do Amazon SageMaker Python 
SDK, que é um wrapper ao redor de AWS SDK for Python (Boto3) e nas operações de API do 
SageMaker. Isso oferece uma experiência de alto nível de acesso às operações de API do Amazon 
SageMaker. Caso você precise configurar manualmente as operações de API do SageMaker usando 
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Boto3 AWS ou AWS Command Line Interface (CLI) para outros SDKs, como Java, Go e C++, esta 
seção mostra como configurar as seguintes operações de API de baixo nível.

Tópicos

• JSON (AWS CLI)

• Boto3 AWS

JSON (AWS CLI)

As regras integradas do Amazon SageMaker Debugger podem ser configuradas para uma tarefa 
de treinamento usando os objetos DebugHookConfig, DebugRuleConfiguration, ProfilerConfig e
ProfilerRuleConfiguration por meio da operação de API CreateTrainingJob do SageMaker. Você 
precisa especificar o URI da imagem correto no parâmetro RuleEvaluatorImage e os exemplos 
demonstram como configurar as strings JSON para solicitar CreateTrainingJob.

O código a seguir mostra um modelo JSON completo para executar uma tarefa de treinamento com 
as configurações exigidas e as configurações do Debugger. Salve o modelo como um arquivo JSON 
em seu diretório de trabalho e execute a tarefa de treinamento usando a CLI do AWS. Por exemplo, 
salve o código a seguir como debugger-training-job-cli.json.

Note

Certifique-se de usar as imagens de contêiner do Docker corretas. Para encontrar imagens 
de contêiner de aprendizado profundo de AWS, consulte Imagens de contêiner de 
aprendizado profundo disponíveis. Para encontrar uma lista completa das imagens do 
Docker disponíveis para usar as regras do Debugger, consulte Usar imagens do Debugger 
Docker para regras integradas ou personalizadas.

{ 
   "TrainingJobName": "debugger-aws-cli-test", 
   "RoleArn": "arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-YYYYMMDDT123456", 
   "AlgorithmSpecification": { 
      // Specify a training Docker container image URI (Deep Learning Container or your 
 own training container) to TrainingImage. 
      "TrainingImage": "763104351884.dkr.ecr.us-west-2.amazonaws.com/tensorflow-
training:2.4.1-gpu-py37-cu110-ubuntu18.04", 
      "TrainingInputMode": "File", 
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      "EnableSageMakerMetricsTimeSeries": false 
   }, 
   "HyperParameters": { 
      "sagemaker_program": "entry_point/tf-hvd-train.py", 
      "sagemaker_submit_directory": "s3://sagemaker-us-west-2-111122223333/debugger-
boto3-profiling-test/source.tar.gz" 
   }, 
   "OutputDataConfig": {  
      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/
output" 
   }, 
   "DebugHookConfig": {  
      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/
debug-output", 
      "CollectionConfigurations": [ 
         { 
            "CollectionName": "losses", 
            "CollectionParameters" : { 
                "train.save_interval": "50" 
            } 
         } 
      ] 
   }, 
   "DebugRuleConfigurations": [  
      {  
         "RuleConfigurationName": "LossNotDecreasing", 
         "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest", 
         "RuleParameters": {"rule_to_invoke": "LossNotDecreasing"} 
      } 
   ], 
   "ProfilerConfig": {  
      "S3OutputPath": "s3://sagemaker-us-west-2-111122223333/debugger-aws-cli-test/
profiler-output", 
      "ProfilingIntervalInMilliseconds": 500, 
      "ProfilingParameters": { 
          "DataloaderProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, 
 \"MetricsRegex\": \".*\", }", 
          "DetailedProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, }", 
          "PythonProfilingConfig": "{\"StartStep\": 5, \"NumSteps\": 3, \"ProfilerName
\": \"cprofile\", \"cProfileTimer\": \"total_time\"}", 
          "LocalPath": "/opt/ml/output/profiler/"  
      } 
   }, 
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   "ProfilerRuleConfigurations": [  
      {  
         "RuleConfigurationName": "ProfilerReport", 
         "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest", 
         "RuleParameters": {"rule_to_invoke": "ProfilerReport"} 
      } 
   ], 
   "ResourceConfig": {  
      "InstanceType": "ml.p3.8xlarge", 
      "InstanceCount": 1, 
      "VolumeSizeInGB": 30 
   }, 
    
   "StoppingCondition": {  
      "MaxRuntimeInSeconds": 86400
   }
}

Depois de salvar o arquivo JSON, execute o seguinte comando em seu terminal. (Use ! no início da 
linha se você usa o bloco de anotações Jupyter.)

aws sagemaker create-training-job --cli-input-json file://debugger-training-job-
cli.json

Para configurar uma regra do Debugger para depurar os parâmetros do modelo

O exemplo de código a seguir mostra como configurar uma regra integrada VanishingGradient
usando esta API do SageMaker.

Para habilitar o Debugger para coletar tensores de saída

Especifique a configuração do hook do Debugger da seguinte forma:

"DebugHookConfig": { 
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/debug-output", 
    "CollectionConfigurations": [ 
        { 
            "CollectionName": "gradients", 
            "CollectionParameters" : { 
                "save_interval": "500" 
            } 
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        } 
    ]
}

Isso fará com que a tarefa de treinamento salve a coleção de tensores, gradients, a cada
save_interval de 500 etapas. Para encontrar os valores de CollectionName disponíveis, 
consulte coleções integradas do Debugger na documentação da biblioteca de clientes do SMDebug. 
Para encontrar as chaves e valores de parâmetros CollectionParameters disponíveis, consulte 
a classe sagemaker.debugger.CollectionConfig na documentação do SageMaker Python 
SDK.

Para habilitar as regras do Debugger para depurar os tensores de saída

O exemplo de API DebugRuleConfigurations a seguir mostra como executar a regra integrada 
doVanishingGradient na coleção gradients salva.

"DebugRuleConfigurations": [ 
    { 
        "RuleConfigurationName": "VanishingGradient", 
        "RuleEvaluatorImage": "503895931360.dkr.ecr.us-east-1.amazonaws.com/sagemaker-
debugger-rules:latest", 
        "RuleParameters": { 
            "rule_to_invoke": "VanishingGradient", 
            "threshold": "20.0" 
        } 
    }
]

Com uma configuração como a desse exemplo, o Debugger inicia uma tarefa de avaliação de 
regra para a tarefa de treinamento usando a regra VanishingGradient na coleção do tensor 
de gradients. Para encontrar uma lista completa das imagens do Docker disponíveis para usar 
as regras do Debugger, consulte Usar imagens do Debugger Docker para regras integradas ou 
personalizadas. Para encontrar os pares de valores-chave para RuleParameters, consulte Lista de 
regras integradas do Debugger.

Para configurar a regra integrada do Debugger para criar perfis do sistema e métricas do framework

O código de exemplo a seguir mostra como especificar a operação de API ProfilerConfig para 
habilitar a coleta de métricas do sistema e do framework.

Para habilitar a criação de perfil do Debugger para coletar métricas do sistema e da estrutura
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Target Step

"ProfilerConfig": {  
    // Optional. Path to an S3 bucket to save profiling outputs 
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/profiler-output",  
    // Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1 
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds. 
    "ProfilingIntervalInMilliseconds": 500,  
    "ProfilingParameters": { 
        "DataloaderProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3, 
 \"MetricsRegex\": \".*\" }", 
        "DetailedProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3 }", 
        // For PythonProfilingConfig, 
        // available ProfilerName options: cProfile, Pyinstrument 
        // available cProfileTimer options only when using cProfile: cpu, off_cpu, 
 total_time 
        "PythonProfilingConfig": "{ \"StartStep\": 5, \"NumSteps\": 3, 
 \"ProfilerName\": \"cProfile\", \"cProfileTimer\": \"total_time\" }", 
        // Optional. Local path for profiling outputs 
        "LocalPath": "/opt/ml/output/profiler/"  
    }
}

Target Time Duration

"ProfilerConfig": {  
    // Optional. Path to an S3 bucket to save profiling outputs 
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/profiler-output",  
    // Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1 
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds. 
    "ProfilingIntervalInMilliseconds": 500, 
    "ProfilingParameters": { 
        "DataloaderProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789, 
 \"DurationInSeconds\": 10, \"MetricsRegex\": \".*\" }", 
        "DetailedProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789, 
 \"DurationInSeconds\": 10 }", 
        // For PythonProfilingConfig, 
        // available ProfilerName options: cProfile, Pyinstrument 
        // available cProfileTimer options only when using cProfile: cpu, off_cpu, 
 total_time 
        "PythonProfilingConfig": "{ \"StartTimeInSecSinceEpoch\": 12345567789, 
 \"DurationInSeconds\": 10, \"ProfilerName\": \"cProfile\", \"cProfileTimer\": 
 \"total_time\" }", 

Usar o Depurador do SageMaker 3515



Amazon SageMaker Guia do Desenvolvedor

        // Optional. Local path for profiling outputs 
        "LocalPath": "/opt/ml/output/profiler/"   
    }
}

Para habilitar as regras do Debugger para criar perfil das métricas

O código de exemplo a seguir mostra como configurar a regra ProfilerReport.

"ProfilerRuleConfigurations": [  
    { 
        "RuleConfigurationName": "ProfilerReport", 
        "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest", 
        "RuleParameters": { 
            "rule_to_invoke": "ProfilerReport", 
            "CPUBottleneck_cpu_threshold": "90", 
            "IOBottleneck_threshold": "90" 
        } 
    }
]

Para encontrar uma lista completa das imagens do Docker disponíveis para usar as regras do 
Debugger, consulte Usar imagens do Debugger Docker para regras integradas ou personalizadas. 
Para encontrar os pares de valores-chave para RuleParameters, consulte Lista de regras 
integradas do Debugger.

Atualizar a configuração de perfil do Debugger usando a operação de API UpdateTrainingJob

A configuração de perfil do Debugger pode ser atualizada enquanto sua tarefa de treinamento 
está em execução usando a operação de API UpdateTrainingJob. Configure os novos objetos
ProfilerConfig e ProfileRuleConfiguration e especifique o nome da tarefa de treinamento para o 
parâmetro TrainingJobName.

{ 
    "ProfilerConfig": {  
        "DisableProfiler": boolean, 
        "ProfilingIntervalInMilliseconds": number, 
        "ProfilingParameters": {  
            "string" : "string"  
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        } 
    }, 
    "ProfilerRuleConfigurations": [  
        {  
            "RuleConfigurationName": "string", 
            "RuleEvaluatorImage": "string", 
            "RuleParameters": {  
                "string" : "string"  
            } 
        } 
    ], 
    "TrainingJobName": "your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS"
}

Adicione configuração de regra personalizada do Debugger à operação de API CreateTrainingJob

Uma regra personalizada pode ser configurada para uma tarefa de treinamento usando os objetos
DebugHookConfig e  DebugRuleConfiguration na operação de API CreateTrainingJob. O exemplo 
de código a seguir mostra como configurar uma regra ImproperActivation personalizada escrita 
com a biblioteca smdebug usando essa operação de API do SageMaker. Este exemplo pressupõe 
que você tenha escrito a regra personalizada no arquivo custom_rules.py e o tenha carregado 
em um bucket do Amazon S3. O exemplo fornece imagens pré-criadas do Docker que podem ser 
usadas para executar as regras personalizadas. Elas estão listadas em URLs de registro do Amazon 
SageMaker Debugger para avaliadores de regras personalizadas.. Você especifica o endereço de 
registro de URL para a imagem pré-criada do Docker no parâmetro RuleEvaluatorImage.

"DebugHookConfig": { 
    "S3OutputPath": "s3://<default-bucket>/<training-job-name>/debug-output", 
    "CollectionConfigurations": [ 
        { 
            "CollectionName": "relu_activations", 
            "CollectionParameters": { 
                "include_regex": "relu", 
                "save_interval": "500", 
                "end_step": "5000" 
            } 
        } 
    ]
},
"DebugRulesConfigurations": [ 
    { 
        "RuleConfigurationName": "improper_activation_job", 
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        "RuleEvaluatorImage": "552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-
debugger-rule-evaluator:latest", 
        "InstanceType": "ml.c4.xlarge", 
        "VolumeSizeInGB": 400, 
        "RuleParameters": { 
           "source_s3_uri": "s3://bucket/custom_rules.py", 
           "rule_to_invoke": "ImproperActivation", 
           "collection_names": "relu_activations" 
        } 
    }
]

Para encontrar uma lista completa das imagens do Docker disponíveis para usar as regras do 
Debugger, consulte Usar imagens do Debugger Docker para regras integradas ou personalizadas. 
Para encontrar os pares de valores-chave para RuleParameters, consulte Lista de regras 
integradas do Debugger.

Boto3 AWS

As regras integradas do Amazon SageMaker Debugger podem ser configuradas para uma tarefa 
de treinamento usando a função create_training_job() do cliente Boto3 AWS do SageMaker. 
Você precisa especificar o URI da imagem correto no parâmetro RuleEvaluatorImage
e os exemplos a seguir demonstram como configurar o corpo da solicitação para a função
create_training_job().

O código a seguir mostra um exemplo completo de como configurar o Debugger para o corpo da 
solicitação create_training_job() e iniciar uma tarefa de treinamento em us-west-2, supondo 
que um script de treinamento entry_point/train.py é preparado usando o TensorFlow. Para 
encontrar cadernos de exemplo ponta a ponta, consulte Criação de perfil da tarefa de treinamento de 
vários nós para várias GPUs do TensorFlow com o Amazon SageMaker Debugger (Boto3).

Note

Certifique-se de usar as imagens de contêiner do Docker corretas. Para encontrar imagens 
de contêiner de aprendizado profundo disponíveis de AWS, consulte Imagens de contêiner 
de aprendizado profundo disponíveis. Para encontrar uma lista completa das imagens do 
Docker disponíveis para usar as regras do Debugger, consulte Usar imagens do Debugger 
Docker para regras integradas ou personalizadas.
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import sagemaker, boto3
import datetime, tarfile

# Start setting up a SageMaker session and a Boto3 SageMaker client
session = sagemaker.Session()
region = session.boto_region_name
bucket = session.default_bucket()

# Upload a training script to a default Amazon S3 bucket of the current SageMaker 
 session
source = 'source.tar.gz'
project = 'debugger-boto3-test'

tar = tarfile.open(source, 'w:gz')
tar.add ('entry_point/train.py') # Specify the directory and name of your training 
 script
tar.close()

s3 = boto3.client('s3')
s3.upload_file(source, bucket, project+'/'+source)

# Set up a Boto3 session client for SageMaker
sm = boto3.Session(region_name=region).client("sagemaker")

# Start a training job
sm.create_training_job( 
    TrainingJobName='debugger-boto3-'+datetime.datetime.now().strftime('%Y-%m-%d-%H-%M-
%S'), 
    HyperParameters={ 
        'sagemaker_submit_directory': 's3://'+bucket+'/'+project+'/'+source, 
        'sagemaker_program': '/entry_point/train.py' # training scrip file location and 
 name under the sagemaker_submit_directory 
    }, 
    AlgorithmSpecification={ 
        # Specify a training Docker container image URI (Deep Learning Container or 
 your own training container) to TrainingImage. 
        'TrainingImage': '763104351884.dkr.ecr.us-west-2.amazonaws.com/tensorflow-
training:2.4.1-gpu-py37-cu110-ubuntu18.04', 
        'TrainingInputMode': 'File', 
        'EnableSageMakerMetricsTimeSeries': False
    }, 
    RoleArn='arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20201014T161125', 
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    OutputDataConfig={'S3OutputPath': 's3://'+bucket+'/'+project+'/output'}, 
    ResourceConfig={ 
        'InstanceType': 'ml.p3.8xlarge', 
        'InstanceCount': 1, 
        'VolumeSizeInGB': 30 
    }, 
    StoppingCondition={ 
        'MaxRuntimeInSeconds': 86400 
    }, 
    DebugHookConfig={ 
        'S3OutputPath': 's3://'+bucket+'/'+project+'/debug-output', 
        'CollectionConfigurations': [ 
            { 
                'CollectionName': 'losses', 
                'CollectionParameters' : { 
                    'train.save_interval': '500', 
                    'eval.save_interval': '50' 
                } 
            } 
        ] 
    }, 
    DebugRuleConfigurations=[ 
        { 
            'RuleConfigurationName': 'LossNotDecreasing', 
            'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/
sagemaker-debugger-rules:latest', 
            'RuleParameters': {'rule_to_invoke': 'LossNotDecreasing'} 
        } 
    ], 
    ProfilerConfig={ 
        'S3OutputPath': 's3://'+bucket+'/'+project+'/profiler-output', 
        'ProfilingIntervalInMilliseconds': 500, 
        'ProfilingParameters': { 
            'DataloaderProfilingConfig': '{"StartStep": 5, "NumSteps": 3, 
 "MetricsRegex": ".*", }', 
            'DetailedProfilingConfig': '{"StartStep": 5, "NumSteps": 3, }', 
            'PythonProfilingConfig': '{"StartStep": 5, "NumSteps": 3, "ProfilerName": 
 "cprofile", "cProfileTimer": "total_time"}', 
            'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for 
 profiling outputs 
        } 
    }, 
    ProfilerRuleConfigurations=[ 
        { 
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            'RuleConfigurationName': 'ProfilerReport', 
            'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/
sagemaker-debugger-rules:latest', 
            'RuleParameters': {'rule_to_invoke': 'ProfilerReport'} 
        } 
    ]
)

Para configurar uma regra do Debugger para depurar os parâmetros do modelo

O exemplo de código a seguir mostra como configurar uma regra integrada VanishingGradient
usando esta API do SageMaker.

Para habilitar o Debugger para coletar tensores de saída

Especifique a configuração do hook do Debugger da seguinte forma:

DebugHookConfig={ 
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/debug-output', 
    'CollectionConfigurations': [ 
        { 
            'CollectionName': 'gradients', 
            'CollectionParameters' : { 
                'train.save_interval': '500', 
                'eval.save_interval': '50' 
            } 
        } 
    ]
}

Isso fará com que a tarefa de treinamento salve uma coleção, gradients, a cada save_interval
de 500 etapas. Para encontrar os valores de CollectionName disponíveis, consulte coleções 
integradas do Debugger na documentação da biblioteca de clientes do SMDebug. Para encontrar 
as chaves e valores de parâmetros CollectionParameters disponíveis, consulte a classe
sagemaker.debugger.CollectionConfig na documentação do SageMaker Python SDK.

Para habilitar as regras do Debugger para depurar os tensores de saída

O exemplo de API DebugRuleConfigurations a seguir mostra como executar a regra integrada 
doVanishingGradient na coleção gradients salva.

DebugRuleConfigurations=[ 
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    { 
        'RuleConfigurationName': 'VanishingGradient', 
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest', 
        'RuleParameters': { 
            'rule_to_invoke': 'VanishingGradient', 
            'threshold': '20.0' 
        } 
    }
]

Com uma configuração como a desse exemplo, o Debugger inicia uma tarefa de avaliação de 
regra para a tarefa de treinamento usando a regra VanishingGradient na coleção do tensor 
de gradients. Para encontrar uma lista completa das imagens do Docker disponíveis para usar 
as regras do Debugger, consulte Usar imagens do Debugger Docker para regras integradas ou 
personalizadas. Para encontrar os pares de valores-chave para RuleParameters, consulte Lista de 
regras integradas do Debugger.

Para configurar a regra integrada do Debugger para criar perfis do sistema e métricas do framework

O código de exemplo a seguir mostra como especificar a operação de API ProfilerConfig para 
habilitar a coleta de métricas do sistema e do framework.

Para habilitar a criação de perfil do Debugger para coletar métricas do sistema e da estrutura

Target Step

ProfilerConfig={  
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/profiler-output', # 
 Optional. Path to an S3 bucket to save profiling outputs 
    # Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1 
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds. 
    'ProfilingIntervalInMilliseconds': 500,  
    'ProfilingParameters': { 
        'DataloaderProfilingConfig': '{ 
            "StartStep": 5,  
            "NumSteps": 3,  
            "MetricsRegex": ".*" 
        }', 
        'DetailedProfilingConfig': '{ 
            "StartStep": 5,  
            "NumSteps": 3 
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        }', 
        'PythonProfilingConfig': '{ 
            "StartStep": 5,  
            "NumSteps": 3,  
            "ProfilerName": "cprofile",  # Available options: cprofile, pyinstrument 
            "cProfileTimer": "total_time"  # Include only when using cprofile. 
 Available options: cpu, off_cpu, total_time 
        }', 
        'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for profiling 
 outputs 
    }
}

Target Time Duration

ProfilerConfig={  
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/profiler-output', # 
 Optional. Path to an S3 bucket to save profiling outputs 
    # Available values for ProfilingIntervalInMilliseconds: 100, 200, 500, 1000 (1 
 second), 5000 (5 seconds), and 60000 (1 minute) milliseconds. 
    'ProfilingIntervalInMilliseconds': 500, 
    'ProfilingParameters': { 
        'DataloaderProfilingConfig': '{ 
            "StartTimeInSecSinceEpoch": 12345567789,  
            "DurationInSeconds": 10,  
            "MetricsRegex": ".*" 
        }', 
        'DetailedProfilingConfig': '{ 
            "StartTimeInSecSinceEpoch": 12345567789,  
            "DurationInSeconds": 10
        }', 
        'PythonProfilingConfig': '{ 
            "StartTimeInSecSinceEpoch": 12345567789,  
            "DurationInSeconds": 10,  
            "ProfilerName": "cprofile",  # Available options: cprofile, pyinstrument 
            "cProfileTimer": "total_time"  # Include only when using cprofile. 
 Available options: cpu, off_cpu, total_time 
        }', 
        'LocalPath': '/opt/ml/output/profiler/' # Optional. Local path for profiling 
 outputs 
    }
}
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Para habilitar as regras do Debugger para criar perfil das métricas

O código de exemplo a seguir mostra como configurar a regra ProfilerReport.

ProfilerRuleConfigurations=[  
    { 
        'RuleConfigurationName': 'ProfilerReport', 
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/sagemaker-
debugger-rules:latest', 
        'RuleParameters': { 
            'rule_to_invoke': 'ProfilerReport', 
            'CPUBottleneck_cpu_threshold': '90', 
            'IOBottleneck_threshold': '90' 
        } 
    }
]

Para encontrar uma lista completa das imagens do Docker disponíveis para usar as regras do 
Debugger, consulte Usar imagens do Debugger Docker para regras integradas ou personalizadas. 
Para encontrar os pares de valores-chave para RuleParameters, consulte Lista de regras 
integradas do Debugger.

Atualizar a configuração de perfil do Debugger usando a operação de API UpdateTrainingJob

A configuração de perfil do Debugger pode ser atualizada enquanto sua tarefa de treinamento está 
em execução usando a função update_training_job() do cliente Boto3 AWS do SageMaker. 
Configure os novos objetos ProfilerConfig e ProfileRuleConfiguration e especifique o nome da tarefa 
de treinamento para o parâmetro TrainingJobName.

ProfilerConfig={  
    'DisableProfiler': boolean, 
    'ProfilingIntervalInMilliseconds': number, 
    'ProfilingParameters': {  
        'string' : 'string'  
    }
},
ProfilerRuleConfigurations=[  
    {  
        'RuleConfigurationName': 'string', 
        'RuleEvaluatorImage': 'string', 
        'RuleParameters': {  
            'string' : 'string'  
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        } 
    }
],
TrainingJobName='your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS'

Adicione configuração de regra personalizada do Debugger à operação de API CreateTrainingJob

Uma regra personalizada pode ser configurada para uma tarefa de treinamento usando os objetos
DebugHookConfig e DebugRuleConfiguration usando a função create_training_job() do 
cliente no Boto3 AWS do SageMaker. O exemplo de código a seguir mostra como configurar 
uma regra ImproperActivation personalizada escrita com a biblioteca smdebug usando 
essa operação de API do SageMaker. Este exemplo pressupõe que você tenha escrito a regra 
personalizada no arquivo custom_rules.py e o tenha carregado em um bucket do Amazon S3. O 
exemplo fornece imagens pré-criadas do Docker que podem ser usadas para executar as regras 
personalizadas. Elas estão listadas em URLs de registro do Amazon SageMaker Debugger para 
avaliadores de regras personalizadas.. Você especifica o endereço de registro de URL para a 
imagem pré-criada do Docker no parâmetro RuleEvaluatorImage.

DebugHookConfig={ 
    'S3OutputPath': 's3://<default-bucket>/<training-job-name>/debug-output', 
    'CollectionConfigurations': [ 
        { 
            'CollectionName': 'relu_activations', 
            'CollectionParameters': { 
                'include_regex': 'relu', 
                'save_interval': '500', 
                'end_step': '5000' 
            } 
        } 
    ]
},
DebugRulesConfigurations=[ 
    { 
        'RuleConfigurationName': 'improper_activation_job', 
        'RuleEvaluatorImage': '552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-
debugger-rule-evaluator:latest', 
        'InstanceType': 'ml.c4.xlarge', 
        'VolumeSizeInGB': 400, 
        'RuleParameters': { 
           'source_s3_uri': 's3://bucket/custom_rules.py', 
           'rule_to_invoke': 'ImproperActivation', 
           'collection_names': 'relu_activations' 

Usar o Depurador do SageMaker 3525

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DebugHookConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DebugRuleConfiguration.html
https://boto3.amazonaws.com/v1/documentation/api/latest/reference/services/sagemaker.html#SageMaker.Client.create_training_job


Amazon SageMaker Guia do Desenvolvedor

        } 
    }
]

Para encontrar uma lista completa das imagens do Docker disponíveis para usar as regras do 
Debugger, consulte Usar imagens do Debugger Docker para regras integradas ou personalizadas. 
Para encontrar os pares de valores-chave para RuleParameters, consulte Lista de regras 
integradas do Debugger.

Melhores práticas para o Amazon SageMaker Debugger

Use as diretrizes a seguir ao executar tarefas de treinamento com o Debugger.

Tópicos

• Escolha um framework de Machine Learning

• Use o painel de insights do Studio Debugger

• Faça download de relatórios do Debugger e obtenha mais insights

• Capturar dados da tarefa de treinamento e salvar dados no Amazon S3

• Analisar os dados com uma frota de regras integradas do Debugger

• Executar ações baseadas no status da regra integrada

• Aprofundar-se nos dados usando as bibliotecas de cliente do SMDebug

• Monitorar e analisar métricas de tarefas de treinamento

• Monitoramento da utilização do sistema e detecção de gargalos

• Operações do framework de perfil

• Tensores de saída do modelo de depuração

Escolha um framework de Machine Learning

Você pode escolher uma estrutura de aprendizado de máquina e usar contêineres de treinamento 
SageMaker pré-criados ou seus próprios contêineres. Use o Debugger para detectar problemas de 
treinamento e desempenho e analisar o progresso do seu trabalho de treinamento em. SageMaker 
SageMaker fornece opções para usar contêineres pré-criados que são preparados para vários 
ambientes de estrutura de aprendizado de máquina para treinar seu modelo no Amazon EC2. 
Qualquer trabalho de treinamento pode ser adaptado para execução em contêineres de AWS Deep 
Learning, contêineres de SageMaker treinamento e contêineres personalizados.
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Use o painel de insights do Studio Debugger

Com o painel de insights do Studio Debugger, você tem o controle de suas tarefas de treinamento. 
Use os painéis do Studio Debugger para manter a performance do modelo nas instâncias do Amazon 
EC2 sob controle e otimizada. Para qualquer trabalho de SageMaker treinamento executado na 
instância do Amazon EC2, o Debugger monitora a utilização de recursos e os dados básicos de 
saída do modelo (valores de perda e precisão). Por meio dos painéis do Studio Debugger, obtenha 
insights sobre suas tarefas de treinamento e melhore a performance do seu treinamento de modelos. 
Para saber mais, consulte Interface do SageMaker usuário do Amazon Debugger no Amazon Studio 
Classic Experiments SageMaker .

Faça download de relatórios do Debugger e obtenha mais insights

Você pode visualizar os resultados da agregação e obter insights nos relatórios do Debugger. O 
Debugger agrega os resultados de treinamento e perfil coletados da análise de regras integrada 
em um relatório por tarefa de treinamento. Você pode encontrar informações detalhadas sobre os 
resultados do treinamento nos relatórios do Debugger. Para saber mais, consulte Relatório interativo 
do SageMaker Debugger.

Capturar dados da tarefa de treinamento e salvar dados no Amazon S3

Você pode usar um hook do Debugger para salvar os tensores de saída. Depois de escolher um 
contêiner e uma framework que se adequa ao script de treinamento, use um hook do Debugger para 
configurar quais tensores salvar e em qual diretório salvá-los, como um bucket do Amazon S3. Um 
hook do Debugger ajuda a criar a configuração e mantê-la na sua conta para ser usada em análises 
subsequentes, onde é protegida para uso com os aplicativos mais sensíveis à privacidade. Para 
saber mais, consulte Configurar o SageMaker Debugger para salvar tensores.

Analisar os dados com uma frota de regras integradas do Debugger

Você pode usar as regras integradas do Debugger para inspecionar tensores em paralelo com 
uma tarefa de treinamento. Para analisar os dados de performance do treinamento, o Debugger 
fornece regras integradas que observam comportamentos anormais do processo de treinamento. 
Por exemplo, uma regra do Debugger detecta problemas quando o processo de treinamento 
sofre problemas de gargalo do sistema ou problemas de treinamento, como gradientes de 
desaparecimento, tensores explosivos, excesso de ajuste ou excesso de treinamento. Se necessário, 
você também pode construir regras personalizadas criando uma definição de regra com seus 
próprios critérios para definir um problema de treinamento. Para saber mais sobre as regras do 
Debugger, consulte Configurar regras integradas do Depurador para obter instruções detalhadas 
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sobre o uso do SDK do Amazon Python SageMaker . Para obter uma lista completa das regras 
integradas do Debugger, consulte Lista de regras integradas do Debugger. Se quiser criar uma 
regra personalizada, consulte Crie regras personalizadas do Debugger para Análise de trabalho de 
treinamento.

Executar ações baseadas no status da regra integrada

Você pode usar o Debugger com Amazon Events e. CloudWatch AWS Lambda Você pode 
automatizar ações com base no status da regra, como interromper previamente as tarefas de 
treinamento e configurar notificações por e-mail ou texto. Quando as regras do Debugger detectam 
problemas e acionam um status de "IssuesFound" avaliação, o CloudWatch Events detecta as 
mudanças de status da regra e invoca a função Lambda para realizar ações. Para configurar ações 
automatizadas para seus problemas de treinamento, consulte Crie ações sobre regras usando o 
Amazon CloudWatch e AWS Lambda.

Aprofundar-se nos dados usando as bibliotecas de cliente do SMDebug

Você pode usar as ferramentas do SMDebug para acessar e analisar os dados de treinamento 
coletados pelo Debugger. As classes TrainingJob e create_trial carregam as métricas e 
os tensores salvos pelo Debugger. Essas classes fornecem métodos de classe estendidos para 
analisar os dados em tempo real ou após o término do treinamento. A biblioteca do SMDebug 
também fornece ferramentas de visualização: mescla cronogramas de métricas de framework 
para agregar diferentes perfis, gráficos de linhas e mapas de calor para rastrear a utilização do 
sistema e histogramas para encontrar valores atípicos na duração da etapa. Para saber mais sobre 
as ferramentas da biblioteca do SMDebug, consulte Analise dados usando a biblioteca cliente do 
Debugger Python.

Monitorar e analisar métricas de tarefas de treinamento

A Amazon CloudWatch oferece suporte a métricas personalizadas de alta resolução, e sua melhor 
resolução é de 1 segundo. No entanto, quanto melhor for a resolução, menor será a vida útil das 
métricas. CloudWatch Para a resolução de frequência de 1 segundo, as CloudWatch métricas ficam 
disponíveis por 3 horas. Para obter mais informações sobre a resolução e a vida útil das CloudWatch 
métricas, consulte GetMetricStatisticsa Amazon CloudWatch API Reference.

Se você quiser traçar o perfil do seu trabalho de treinamento com uma resolução mais precisa de 
até 100 milissegundos (0,1 segundo) de granularidade e armazenar as métricas de treinamento 
indefinidamente no Amazon S3 para análise personalizada a qualquer momento, considere 
usar o Amazon Debugger. SageMaker  SageMaker O Debugger fornece regras integradas para 

Usar o Depurador do SageMaker 3528

https://sagemaker.readthedocs.io
https://docs.aws.amazon.com/AmazonCloudWatch/latest/monitoring/publishingMetrics.html
https://amazonaws.com/AmazonCloudWatch/latest/APIReference/API_GetMetricStatistics.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-debugger.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-debugger.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-debugger.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-debugger.html


Amazon SageMaker Guia do Desenvolvedor

detectar automaticamente problemas comuns de treinamento; ele detecta problemas de utilização 
de recursos de hardware (como gargalos de CPU, GPU e E/S) e problemas de modelos não 
convergentes (como sobreajuste, gradientes que desaparecem e tensores explosivos).

SageMaker O Debugger também fornece visualizações por meio do Studio Classic e seu relatório 
de criação de perfil. Ao contrário das CloudWatch métricas, que acumulam as taxas de utilização de 
recursos dos núcleos de CPU e GPU e calculam a média delas em várias instâncias, o Debugger 
rastreia a taxa de utilização de cada núcleo. Isso habilita a identificação de uso desequilibrado 
dos recursos de hardware à medida que você aumentar a escala verticalmente para clusters de 
computação maiores. Para explorar as visualizações do Debugger, consulte Passo a passo do painel 
do SageMaker Debugger Insights, Passo a passo do relatório de criação de perfil do depurador e 
Análise de dados usandoa biblioteca cliente SMDebug.

Monitoramento da utilização do sistema e detecção de gargalos

Com o monitoramento do Amazon SageMaker Debugger, você pode medir a utilização dos recursos 
do sistema de hardware das instâncias do Amazon EC2. O monitoramento está disponível para 
qualquer trabalho de SageMaker treinamento construído com os estimadores de SageMaker 
estrutura (TensorFlow PyTorch, e MXNet) e o SageMaker estimador genérico (algoritmos SageMaker 
integrados e seus próprios contêineres personalizados). As regras integradas do Debugger para 
monitoramento detectam problemas de gargalo do sistema e enviam notificações ao detectar 
problemas de gargalo.

Para saber como habilitar o monitoramento do sistema do Debugger, consulte Configure um 
estimador com parâmetros para criação de perfil básica usando os módulos Python do Amazon 
SageMaker Debugger e, em seguida, Defina as configurações para a criação de perfil básico da 
utilização dos recursos do sistema.

Para obter uma lista completa das regras integradas disponíveis para monitoramento, consulte
Regras integradas do depurador para definir o perfil da utilização dos recursos do sistema de 
hardware (métricas do sistema).

Operações do framework de perfil

Com a definição de perfil SageMaker do Amazon Debugger, você pode traçar o perfil das operações 
de estruturas de aprendizado profundo. Você pode criar o perfil do seu modelo de treinamento com 
os contêineres de SageMaker TensorFlow treinamento, os contêineres da SageMaker PyTorch 
estrutura e seus próprios contêineres de treinamento. Usando o recurso de perfil do Debugger, você 
pode realizar uma busca detalhada nos operadores e funções do Python que são executados para 
realizar a tarefa de treinamento. O Debugger é compatível com perfis detalhados, perfis de Python, 
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perfis de carregador de dados e perfis de treinamento distribuído com o Horovod. Você pode mesclar 
as linhas do tempo de perfis para correlacioná-las com os gargalos do sistema. Regras integradas 
do Debugger para problemas relacionados à operação de framework de monitoramento de perfil, 
incluindo tempo de inicialização do treinamento excessivo devido ao download de dados antes do 
início do treinamento e valores atípicos na duração da etapa nos loops de treinamento.

Para saber como configurar o Debugger para perfil de framework, consulte Configure um estimador 
com parâmetros para criação de perfil básica usando os módulos Python do Amazon SageMaker 
Debugger e, em seguida, Configurar para criação de perfil de framework.

Para obter uma lista completa das regras integradas disponíveis, consulte Regras integradas do 
Debugger para criar perfis de métricas da framework.

Tensores de saída do modelo de depuração

A depuração está disponível para estruturas de aprendizado profundo usando Deep Learning 
Containers e os AWS contêineres de treinamento. SageMaker Para versões de framework 
totalmente compatíveis (consulte as versões em Algoritmos e frameworks com suporte), o Debugger 
registra automaticamente os hooks para coletar tensores de saída e você pode executar diretamente 
seu script de treinamento. Para as versões com um sinal de asterisco, você precisa registrar 
manualmente os hooks para coletar os tensores. O Debugger fornece coleções de tensores pré-
configuradas com nomes generalizados que você pode utilizar em diferentes frameworks. Se 
quiser personalizar a configuração do tensor de saída, você também pode usar as operações de 
DebuggerHookConfig API CollectionConfig e o SDK do Amazon SageMaker Python para configurar 
suas próprias coleções de tensores. As regras integradas do Debugger para depuração analisam os 
tensores de saída e identificam problemas de otimização do modelo que impedem que seu modelo 
minimize a função de perda. Por exemplo, as regras identificam ajuste excessivo, treinamento 
excessivo, perda que não diminui, tensores explosivos e gradientes que desaparecem.

Para saber como configurar o Debugger para depuração dos tensores de saída, consulte Etapa 
2: Iniciar e depurar trabalhos de treinamento usando o SageMaker Python SDK e, em seguida
Configurar o SageMaker Debugger para salvar tensores.

Para obter uma lista completa de regras integradas disponíveis para depuração, consulte Regras 
integradas do Debugger para a depuração de dados de treinamento de modelo (tensores de saída).

Tópicos avançados e documentação de referência do Amazon SageMaker Debugger

As seções a seguir contêm tópicos avançados, documentação de referência sobre as operações de 
API, as exceções e algumas limitações conhecidas do Depurador.

Usar o Depurador do SageMaker 3530

https://sagemaker.readthedocs.io


Amazon SageMaker Guia do Desenvolvedor

Tópicos

• Operações de API do Amazon SageMaker Debugger

• Usar imagens do Debugger Docker para regras integradas ou personalizadas

• Exceções do Amazon SageMaker Debugger

• Considerações sobre o Amazon SageMaker Debugger

• Estatísticas de uso do Amazon SageMaker Debugger

Operações de API do Amazon SageMaker Debugger

O Amazon SageMaker Debugger tem operações de API em vários locais, usadas para implementar 
o monitoramento e a análise de treinamento de modelos.

O Amazon SageMaker Debugger também fornece o  SDK Python sagemaker-debugger de código 
aberto usado para configurar regras incorporadas, definir regras personalizadas e registrar hooks 
para coletar dados de tensores de saída de trabalhos de treinamento.

O  Amazon SageMaker Python SDK é um SDK de alto nível e concentrado em machine learning 
experimental. O SDK pode ser usado para implantar regras integradas ou personalizadas e definidas 
com a biblioteca Python SMDebug para monitorar e analisar esses tensores usando estimadores do 
SageMaker.

O Depurador adicionou operações e tipos à API do Amazon SageMaker que permitem que a 
plataforma use o Depurador ao treinar um modelo e para gerenciar a configuração de entradas e 
saídas.

• CreateTrainingJob e UpdateTrainingJob use as seguintes APIs do Depurador para 
configurar coleções de tensores, regras, imagens de regras e opções de perfis:

• CollectionConfiguration

• DebugHookConfig

• DebugRuleConfiguration

• TensorBoardOutputConfig

• ProfilerConfig

• ProfilerRuleConfiguration

• DescribeTrainingJob fornece uma descrição completa de um trabalho de treinamento, 
incluindo as seguintes configurações do Depurador e os status de avaliação de regras:

• DebugHookConfig
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• DebugRuleConfiguration

• DebugRuleEvaluationStatus

• ProfilerConfig

• ProfilerRuleConfiguration

• ProfilerRuleEvaluationStatus

As operações de API da configuração de regras usam a funcionalidade de processamento do 
SageMaker ao analisar o treinamento de modelos. Para obter mais informações sobre os trabalhos 
de processamento do SageMaker, consulte Processar dados.

Usar imagens do Debugger Docker para regras integradas ou personalizadas

O Amazon SageMaker fornece dois conjuntos de imagens do Docker para regras: um conjunto para 
avaliar regras fornecidas pelo SageMaker (regras integradas) e um conjunto para avaliar regras 
personalizadas fornecidas nos arquivos de origem Python.

Se você usa o Amazon SageMaker Python SDK, pode simplesmente usar as operações de 
alto nível da API Debugger do SageMaker com as operações da API do SageMaker Estimator, 
sem precisar recuperar manualmente as imagens do Debugger Docker e configurar a API
ConfigureTrainingJob.

Se você não estiver usando o SageMaker Python SDK, precisará recuperar uma imagem base 
de contêiner pré-criada relevante para as regras do Debugger. O Amazon SageMaker Debugger 
fornece imagens pré-criadas do Docker para regras integradas e personalizadas, e as imagens são 
armazenadas no Amazon Elastic Container Registry (Amazon ECR). Para extrair uma imagem de um 
repositório Amazon ECR (ou enviar uma imagem para um), use o URL de registro do nome completo 
da imagem usando a API CreateTrainingJob. O SageMaker usa os seguintes padrões de URL 
para o endereço de registro da imagem do contêiner da regra do Debugger.

<account_id>.dkr.ecr.<Region>.amazonaws.com/<ECR repository name>:<tag>

Para obter o ID da conta em cada região da AWS, o nome de repositório do Amazon ECR e o valor 
da tag, consulte os tópicos a seguir.

Tópicos

• URLs de registro do Amazon SageMaker Debugger para avaliadores de regras integrados

• URLs de registro do Amazon SageMaker Debugger para avaliadores de regras personalizadas.
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URLs de registro do Amazon SageMaker Debugger para avaliadores de regras integrados

Use os seguintes valores para os componentes de URLs de registro referente às imagens que 
fornecem regras integradas para o Amazon SageMaker Debugger. Para IDs de conta, consulte a 
tabela a seguir.

Nome do repositório do ECR: sagemaker-debugger-rules

Tag: mais recente

Exemplo de URL de registro completo:

904829902805.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-debugger-
rules:latest

IDs de conta para imagens de contêiner de regras integradas por região AWS

região account_id

af-south-1 314341159256

ap-east-1 199566480951

ap-northeast-1 430734990657

ap-northeast-2 578805364391

ap-south-1 904829902805

ap-southeast-1 972752614525

ap-southeast-2 184798709955

ca-central-1 519511493484

cn-north-1 618459771430

cn-northwest-1 658757709296

eu-central-1 482524230118

eu-north-1 314864569078
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região account_id

eu-south-1 563282790590

eu-west-1 929884845733

eu-west-2 250201462417

eu-west-3 447278800020

me-south-1 986000313247

sa-east-1 818342061345

us-east-1 503895931360

us-east-2 915447279597

us-west-1 685455198987

us-west-2 895741380848

us-gov-west-1 515509971035

URLs de registro do Amazon SageMaker Debugger para avaliadores de regras personalizadas.

Use os valores a seguir para os componentes do URL de registro referente às imagens que 
fornecem avaliadores de regras personalizadas para o Amazon SageMaker Debugger. Para IDs de 
conta, consulte a tabela a seguir.

Nome do repositório do ECR: sagemaker-debugger-rule-evaluator

Tag: mais recente

Exemplo de URL de registro completo:

552407032007.dkr.ecr.ap-south-1.amazonaws.com/sagemaker-debugger-rule-
evaluator:latest
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IDs de conta para imagens de contêiner de regras personalizadas por região AWS

região account_id

af-south-1 515950693465

ap-east-1 645844755771

ap-northeast-1 670969264625

ap-northeast-2 326368420253

ap-south-1 552407032007

ap-southeast-1 631532610101

ap-southeast-2 445670767460

ca-central-1 105842248657

cn-north-1 617202126805

cn-northwest-1 658559488188

eu-central-1 691764027602

eu-north-1 091235270104

eu-south-1 335033873580

eu-west-1 606966180310

eu-west-2 074613877050

eu-west-3 224335253976

me-south-1 050406412588

sa-east-1 466516958431

us-east-1 864354269164
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região account_id

us-east-2 840043622174

us-west-1 952348334681

us-west-2 759209512951

us-gov-west-1 515361955729

Exceções do Amazon SageMaker Debugger

O Amazon SageMaker Debugger é projetado para estar ciente de que os tensores necessários para 
executar uma regra podem não estar disponíveis em cada etapa. Como resultado, ele abre algumas 
exceções que permitem que você controle o que acontece quando um tensor está ausente. Essas 
exceções estão disponíveis no módulo smdebug.exceptions. É possível importá-los da seguinte 
maneira:

from smdebug.exceptions import *

As seguintes exceções estão disponíveis:

• TensorUnavailableForStep – O tensor solicitado não está disponível para a etapa. Isso 
pode significar que essa etapa pode não ser salva pelo gancho, ou que essa etapa pode ter salvo 
alguns tensores, mas o tensor solicitado não faz parte deles. Observe que quando você vê essa 
exceção, isso significa que esse tensor pode nunca ficar disponível para essa etapa no futuro. Se 
o tensor tiver reduções salvas para a etapa, ele notificará que elas podem ser consultadas.

• TensorUnavailable – Este tensor não está sendo salvo ou não foi salvo pela API de smdebug. 
Isso significa que esse tensor nunca é visto para nenhuma etapa na smdebug.

• StepUnavailable – A etapa não foi salva e o Depurador não tem os dados da etapa.

• StepNotYetAvailable – A etapa ainda não foi vista por smdebug. Pode estar disponível no 
futuro se o treinamento ainda estiver em andamento. O Depurador carrega automaticamente 
novos dados assim que se tornam disponíveis.

• NoMoreData – Gerado quando o treinamento termina. Ao ver isso, você saberá que não há mais 
etapas e nem tensores a serem salvos.

• IndexReaderException – O leitor de índice não é válido.
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• InvalidWorker – Um operador que não era válido foi invocado.

• RuleEvaluationConditionMet – A avaliação da regra na etapa resultou no cumprimento da 
condição.

• InsufficientInformationForRuleInvocation – Informações insuficientes foram 
fornecidas para invocar a regra.

Considerações sobre o Amazon SageMaker Debugger

Considere o seguinte ao usar o Amazon SageMaker Debugger.

Considerações para o treinamento distribuído

A listagem a seguir mostra o escopo de validade e as considerações sobre o uso do Depurador em 
trabalhos de treinamento com frameworks de aprendizado profundo e várias opções de treinamento 
distribuído.

• Horovod

Escopo de validade do uso do Depurador para trabalhos de treinamento com Horovod

Frameworks 
de aprendiza 
do profundo

Apache 
MXNet

TensorFlow 
1.x

TensorFlow 
2.x

TensorFlo 
w 2.x com 
Keras

PyTorch

Gargalos do 
sistema de 
monitoram 
ento

Sim Sim Sim Sim Sim

Operações 
de 
framework 
perfilador

Não Não Não Sim Sim

Tensores 
de saída do 
modelo de 
depuração

Sim Sim Sim Sim Sim
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• Dados em paralelo distribuídos do SageMaker

Escopo de validade do uso do Depurador para trabalhos de treinamento com dados do SageMaker 
distribuídos em paralelo

Frameworks de 
aprendizado profundo

TensorFlow 2.x TensorFlow 2.x com 
Keras

PyTorch

Gargalos do sistema 
de monitoramento

Sim Sim Sim

Operações de 
framework perfilador

Não* Não* Sim

Tensores de saída do 
modelo de depuração

Sim Sim Sim

* O Depurador não oferece suporte à criação de perfis de framework para o TensorFlow 2.x.

** Os dados distribuídos em paralelo do SageMaker não suportam a implantação do TensorFlow 
2.x com Keras.

• Paralelismo do modelo distribuído do SageMaker – O Depurador não suporta o treinamento em 
paralelo do modelo distribuído do SageMaker.

• Treinamento distribuído com pontos de verificação do SageMaker – O Depurador não está 
disponível para trabalhos de treinamento quando a opção de treinamento distribuído e os pontos 
de verificação do SageMaker estão habilitados. Você verá um erro parecido com o seguinte:

SMDebug Does Not Currently Support Distributed Training Jobs With Checkpointing 
 Enabled

Para usar o Depurador em trabalhos de treinamento com opções de treinamento distribuídas, 
você deve desabilitar o ponto de verificação do SageMaker e adicionar funções de ponto de 
verificação manual ao seu script de treinamento. Para obter mais informações sobre como usar 
o Depurador com opções de treinamento e pontos de verificação distribuídos, consulte Usando 
dados SageMaker distribuídos paralelamente com o Amazon SageMaker Debugger e os pontos de 
verificação e Salvando pontos de verificação.
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• Servidor de parâmetros – O depurador não oferece suporte ao treinamento distribuído baseado em 
servidor de parâmetros.

• As operações de perfis do framework de treinamento, como a operação AllReduced do 
paralelismo de dados distribuídos do Sagemaker e as operações Horovod estão disponíveis.

Considerações sobre gargalos do sistema de monitoramento e operações do framework do perfilador

• Para o TensorFlow AWS, as métricas do carregador de dados não podem ser coletadas usando 
a configuração padrão local_pathda classe FrameworkProfile. O caminho deve ser 
configurado manualmente e terminar em "/". Por exemplo:

FrameworkProfile(local_path="/opt/ml/output/profiler/")

• Para o TensorFlow AWS, a configuração de perfil do carregador de dados não pode ser atualizada 
durante a execução de um trabalho de treinamento.

• Para o TensorFlow AWS, pode ocorrer um erro NoneType ao usar ferramentas de análise e 
exemplos de cadernos com trabalhos de treinamento do TensorFlow 2.3 e a opção de perfilador 
detalhada.

• O perfilador Python e o perfilamento em detalhes só têm suporte para a API Keras.

• Para acessar o recurso de criação do perfilador profundo para TensorFlow e PyTorch, atualmente 
você deve especificar as imagens de contêiner de aprendizado profundo mais recentes do AWS 
com CUDA 11. Por exemplo, você deve especificar o URI da imagem específica no estimador do 
TensorFlow e do PyTorch da seguinte forma:

• Para o TensorFlow

image_uri = f"763104351884.dkr.ecr.{region}.amazonaws.com/tensorflow-
training:2.3.1-gpu-py37-cu110-ubuntu18.04"

• Para o PyTorch

image_uri = f"763104351884.dkr.ecr.{region}.amazonaws.com/pytorch-training:1.6.0-
gpu-py36-cu110-ubuntu18.04"
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Considerações para depuração de tensores de saída do modelo

• Evite usar operações de API funcionais. O Depurador não pode coletar tensores de saída do 
modelo de scripts de treinamento do PyTorch e do MXNet compostos por operações de API 
funcionais.

• O depurador não pode coletar tensores de saída do modelo das operações da API
torch.nn.functional. Ao escrever um script de treinamento do PyTorch, é recomendável 
usar os módulos torch.nn em vez disso.

• O Depurador não pode coletar tensores de saída do modelo de objetos funcionais do MXNet 
em blocos híbridos. Por exemplo, as saídas de ativação (F.relu) do ReLU não podem 
ser coletadas do exemplo a seguir de mxnet.gluon.HybridBlock com F na função
hybrid_forward.

import mxnet as mx
from mxnet.gluon import HybridBlock, nn

class Model(HybridBlock): 
    def __init__(self, **kwargs): 
        super(Model, self).__init__(**kwargs) 
        # use name_scope to give child Blocks appropriate names. 
        with self.name_scope(): 
            self.dense0 = nn.Dense(20) 
            self.dense1 = nn.Dense(20) 

    def hybrid_forward(self, F, x): 
        x = F.relu(self.dense0(x)) 
        return F.relu(self.dense1(x))

model = Model()
model.initialize(ctx=mx.cpu(0))
model.hybridize()
model(mx.nd.zeros((10, 10), ctx=mx.cpu(0)))

Estatísticas de uso do Amazon SageMaker Debugger

Considere o seguinte ao usar relatórios gerados automaticamente pelo Amazon SageMaker 
Debugger.
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Uso do relatório de criação de perfil do Debugger

Para todos os trabalhos de treinamento do SageMaker, o Amazon SageMaker Debugger executa 
a regra ProfilerReport e gera automaticamente um Relatório de criação de perfil do SageMaker 
Debugger. A regra ProfilerReport fornece um arquivo de caderno Jupyter (profiler-
report.ipynb) que gera um arquivo HTML correspondente (profiler-report.html).

O Debugger coleta estatísticas de uso do relatório de criação de perfil incluindo código no caderno 
Jupyter que coleta o ARN da tarefa de processamento exclusiva da regra ProfilerReport se o 
usuário abrir o arquivo final profiler-report.html.

O Debugger coleta apenas informações sobre se um usuário abre o relatório HTML final. Ele
NÃO coleta nenhuma informação de trabalhos de treinamento, dados de treinamento, scripts de 
treinamento, trabalhos de processamento, registros ou do conteúdo do próprio relatório de criação de 
perfil.

Você pode desativar a coleta de estatísticas de uso usando uma das opções a seguir.

(Recomendado) Opção 1: optar por não participar antes de executar um Training Job

Para optar por não participar, você precisa adicionar a seguinte configuração de regra
ProfilerReport do Debugger à sua solicitação de trabalho de treinamento.

SageMaker Python SDK

estimator=sagemaker.estimator.Estimator( 
    ... 

    rules=ProfilerRule.sagemaker( 
        base_config=rule_configs.ProfilerReport() 
        rule_parameters={"opt_out_telemetry": "True"} 
    )
)

AWS CLI

"ProfilerRuleConfigurations": [  
    {  
        "RuleConfigurationName": "ProfilerReport-1234567890", 
        "RuleEvaluatorImage": "895741380848.dkr.ecr.us-west-2.amazonaws.com/
sagemaker-debugger-rules:latest", 
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        "RuleParameters": { 
            "rule_to_invoke": "ProfilerReport",  
             "opt_out_telemetry": "True"
        } 
    }
]

AWS SDK for Python (Boto3)

ProfilerRuleConfigurations=[  
    { 
        'RuleConfigurationName': 'ProfilerReport-1234567890', 
        'RuleEvaluatorImage': '895741380848.dkr.ecr.us-west-2.amazonaws.com/
sagemaker-debugger-rules:latest', 
        'RuleParameters': { 
            'rule_to_invoke': 'ProfilerReport', 
             'opt_out_telemetry': 'True'
        } 
    }
]

Opção 2: Optar por não participar após a conclusão de um Training Job

Para optar por não participar após a conclusão do treinamento, você precisa modificar o arquivo
profiler-report.ipynb.

Note

Os relatórios HTML gerados automaticamente sem a Opção 1 já adicionada à sua solicitação 
de trabalho de treinamento ainda relatam as estatísticas de uso mesmo depois de você optar 
por não usar a Opção 2.

1. Siga as instruções para baixar os arquivos do relatório de criação de perfil do Debugger na página
Fazer download do relatório de criação de perfil do SageMaker Debugger.

2. Abaixo do diretório/ProfilerReport-1234567890/profiler-output, abra profiler-
report.ipynb.

3. Adicione opt_out=True à função setup_profiler_report() na quinta célula de código, 
conforme mostrado no código de exemplo a seguir:
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setup_profiler_report(processing_job_arn, opt_out=True)

4. Execute a célula de código para concluir a exclusão.

Acesse um contêiner de treinamento AWS Systems Manager para 
depuração remota

Você pode se conectar com segurança aos contêineres de SageMaker treinamento por meio 
do AWS Systems Manager (SSM). Isso dá a você um acesso em nível de shell às tarefas de 
treinamento de depuração que estão sendo executadas no contêiner. Você também pode registrar 
comandos e respostas que são transmitidos para a Amazon CloudWatch. Se você usa sua própria 
Amazon Virtual Private Cloud (VPC) para treinar um modelo, você pode usá-la para configurar um 
endpoint de VPC AWS PrivateLink para SSM e conectar-se a contêineres de forma privada por meio 
do SSM.

Você pode se conectar aos SageMaker Framework Containers ou ao seu próprio contêiner de 
treinamento configurado com o ambiente de SageMaker treinamento.

Configurar permissões do IAM

Para habilitar o SSM em seu contêiner de SageMaker treinamento, você precisa configurar uma 
função do IAM para o contêiner. Para que você ou os usuários da sua AWS conta acessem os 
contêineres de treinamento por meio do SSM, você precisa configurar os usuários do IAM com 
permissões para usar o SSM.

IAM role (Perfil do IAM)

Para que um contêiner de SageMaker treinamento comece com o agente SSM, forneça uma função 
do IAM com permissões de SSM.

Para habilitar a depuração remota para seu trabalho de treinamento, é SageMaker necessário iniciar 
o agente SSM no contêiner de treinamento quando o trabalho de treinamento for iniciado. Para 
permitir que o agente SSM se comunique com o serviço SSM, adicione a política a seguir à função 
do IAM que você usa para executar seu trabalho de treinamento.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
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            "Effect": "Allow", 
            "Action": [ 
                "ssmmessages:CreateControlChannel", 
                "ssmmessages:CreateDataChannel", 
                "ssmmessages:OpenControlChannel", 
                "ssmmessages:OpenDataChannel" 
            ], 
            "Resource": "*"     
        } 
    ] 
 }

IAM user (Usuário do IAM)

Adicione a política a seguir para fornecer a um usuário do IAM permissões de sessão de SSM 
para se conectar a um destino de SSM. Nesse caso, o alvo do SSM é um contêiner de SageMaker 
treinamento.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
                "ssm:TerminateSession" 
            ], 
            "Resource": "*"     
        } 
    ]
}

Você pode restringir os usuários do IAM a se conectarem somente a contêineres para trabalhos 
de treinamento específicos adicionando a Condition chave, conforme mostrado no exemplo de 
política a seguir.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 

Acesse um contêiner de treinamento por meio do SSM para depuração remota 3544



Amazon SageMaker Guia do Desenvolvedor

                "ssm:StartSession", 
                "ssm:TerminateSession" 
            ], 
            "Resource": [ 
                "*" 
            ], 
            "Condition": { 
                "StringLike": { 
                    "ssm:resourceTag/aws:ssmmessages:target-id": [ 
                        "sagemaker-training-job:*" 
                    ] 
                } 
            }  
        } 
    ]
}

Você também pode usar explicitamente a chave de sagemaker:EnableRemoteDebug condição 
para restringir a depuração remota. Veja a seguir um exemplo de política para usuários do IAM 
restringirem a depuração remota.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "DenyRemoteDebugInTrainingJob", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:UpdateTrainingJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "BoolIfExists": { 
                    "sagemaker:EnableRemoteDebug": false 
                } 
            } 
        } 
    ]
}
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Para obter mais informações, consulte Chaves de condição para a Amazon SageMaker na
Referência AWS de autorização de serviço.

Como habilitar a depuração remota para um trabalho de treinamento SageMaker

Nesta seção, saiba como ativar a depuração remota ao iniciar ou atualizar um trabalho de 
treinamento na Amazon. SageMaker

SageMaker Python SDK

Usando a classe estimator no SDK do SageMaker Python, você pode ativar ou desativar 
a depuração remota usando o parâmetro ou os métodos e. enable_remote_debug
enable_remote_debug() disable_remote_debug()

Para habilitar a depuração remota ao criar um trabalho de treinamento

Para ativar a depuração remota ao criar um novo trabalho de treinamento, defina o
enable_remote_debug parâmetro como. True O valor padrão éFalse, portanto, se você não 
definir esse parâmetro ou defini-lo explicitamente, a False funcionalidade de depuração remota 
será desativada.

import sagemaker

session = sagemaker.Session()

estimator = sagemaker.estimator.Estimator( 
    ..., 
    sagemaker_session=session, 
    image_uri="<your_image_uri>", #must be owned by your organization or Amazon 
 DLCs  
    role=role, 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    output_path=output_path, 
    max_run=1800, 
    enable_remote_debug=True
)

Para habilitar a depuração remota atualizando um trabalho de treinamento
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Usando os seguintes métodos de classe de estimador, você pode ativar ou desativar a 
depuração remota enquanto um trabalho de treinamento está sendo executado quando o
SecondaryStatus do trabalho é ou. Downloading Training

# Enable RemoteDebug
estimator.enable_remote_debug()

# Disable RemoteDebug
estimator.disable_remote_debug()

AWS SDK for Python (Boto3)

Para habilitar a depuração remota ao criar um trabalho de treinamento

Para ativar a depuração remota ao criar um novo trabalho de treinamento, defina o valor da
EnableRemoteDebug chave True no parâmetro. RemoteDebugConfig

import boto3

sm = boto3.Session(region_name=region).client("sagemaker")

# Start a training job
sm.create_training_job( 
    ..., 
    TrainingJobName=job_name, 
    AlgorithmSpecification={ 
        // Specify a training Docker container image URI  
        // (Deep Learning Container or your own training container) to 
 TrainingImage. 
        "TrainingImage": "<your_image_uri>", 
        "TrainingInputMode": "File" 
    }, 
    RoleArn=iam_role_arn, 
    OutputDataConfig=output_path, 
    ResourceConfig={ 
        "InstanceType": "ml.m5.xlarge", 
        "InstanceCount": 1, 
        "VolumeSizeInGB": 30
    }, 
    StoppingCondition={ 
        "MaxRuntimeInSeconds": 86400
    }, 
     RemoteDebugConfig={ 
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        "EnableRemoteDebug": True
    }
)

Para habilitar a depuração remota atualizando um trabalho de treinamento

Usando a update_traing_job API, você pode ativar ou desativar a depuração remota 
enquanto um trabalho de treinamento está em execução quando o SecondaryStatus trabalho 
é ou. Downloading Training

# Update a training job
sm.update_training_job( 
    TrainingJobName=job_name, 
    RemoteDebugConfig={ 
        "EnableRemoteDebug": True     # True | False 
    }
)

AWS Command Line Interface (CLI)

Para habilitar a depuração remota ao criar um trabalho de treinamento

Prepare um arquivo de CreateTrainingJob solicitação no formato JSON, da seguinte maneira.

// train-with-remote-debug.json
{ 
    "TrainingJobName": job_name, 
    "RoleArn": iam_role_arn, 
    "AlgorithmSpecification": { 
        // Specify a training Docker container image URI (Deep Learning Container or 
 your own training container) to TrainingImage. 
        "TrainingImage": "<your_image_uri>", 
        "TrainingInputMode": "File" 
    }, 
    "OutputDataConfig": { 
        "S3OutputPath": output_path
    }, 
    "ResourceConfig": { 
        "InstanceType": "ml.m5.xlarge", 
        "InstanceCount": 1, 
        "VolumeSizeInGB": 30
    }, 
    "StoppingCondition": { 
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        "MaxRuntimeInSeconds": 86400
    }, 
     "RemoteDebugConfig": { 
        "EnableRemoteDebug": True
    }
}

Depois de salvar o arquivo JSON, execute o comando a seguir no terminal em que você envia o 
trabalho de treinamento. O comando de exemplo a seguir pressupõe que o arquivo JSON tenha 
um nome. train-with-remote-debug.json Se você executá-lo em um notebook Jupyter, 
adicione um ponto de exclamação (!) ao início da linha.

aws sagemaker create-training-job \ 
    --cli-input-json file://train-with-remote-debug.json

Para habilitar a depuração remota atualizando um trabalho de treinamento

Prepare um arquivo de UpdateTrainingJob solicitação no formato JSON, da seguinte maneira.

// update-training-job-with-remote-debug-config.json
{ 
    "TrainingJobName": job_name, 
    "RemoteDebugConfig": { 
        "EnableRemoteDebug": True
    }
}

Depois de salvar o arquivo JSON, execute o comando a seguir no terminal em que você envia o 
trabalho de treinamento. O comando de exemplo a seguir pressupõe que o arquivo JSON tenha 
um nome. train-with-remote-debug.json Se você executá-lo em um notebook Jupyter, 
adicione um ponto de exclamação (!) ao início da linha.

aws sagemaker update-training-job \ 
    --cli-input-json file://update-training-job-with-remote-debug-config.json

Acesse seu contêiner de treinamento

Você pode acessar um contêiner de treinamento quando o trabalho SecondaryStatus de 
treinamento correspondente forTraining. Os exemplos de código a seguir demonstram como 
verificar o status do seu trabalho de treinamento usando a DescribeTrainingJob API, como 
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verificar os registros do trabalho de treinamento e como fazer login no contêiner de treinamento. 
CloudWatch

Para verificar o status de um trabalho de treinamento

SageMaker Python SDK

Para verificar o desempenho SecondaryStatus de um trabalho de treinamento, execute o 
seguinte código do SDK do SageMaker Python.

import sagemaker

session = sagemaker.Session()

# Describe the job status
training_job_info = session.describe_training_job(job_name)
print(training_job_info)

AWS SDK for Python (Boto3)

Para verificar o desempenho SecondaryStatus de um trabalho de treinamento, execute o 
seguinte código do SDK para Python (Boto3).

import boto3

session = boto3.session.Session()
region = session.region_name
sm = boto3.Session(region_name=region).client("sagemaker")

# Describe the job status
sm.describe_training_job(TrainingJobName=job_name)

AWS Command Line Interface (CLI)

Para verificar o trabalho SecondaryStatus de treinamento, execute o AWS CLI comando a 
seguir para SageMaker.

aws sagemaker describe-training-job \ 
    --training-job-name job_name

Para encontrar o nome do host de um contêiner de treinamento
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Para se conectar ao contêiner de treinamento por meio do SSM, use esse formato para a ID de 
destino:sagemaker-training-job:<training-job-name>_algo-<n>, onde algo-<n> está 
o nome do host do contêiner. Se seu trabalho estiver sendo executado em uma única instância, o 
host estará semprealgo-1. Se você executar um trabalho de treinamento distribuído em várias 
instâncias, SageMaker cria um número igual de hosts e fluxos de log. Por exemplo, se você usar 4 
instânciasalgo-1, SageMaker cria algo-2algo-3,, algo-4 e. Você deve determinar qual stream 
de log deseja depurar e seu número de host. Para acessar fluxos de log associados a um trabalho de 
treinamento, faça o seguinte.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação esquerdo, escolha Treinamento e, em seguida, escolha Trabalhos de 
treinamento.

3. Na lista de trabalhos de treinamento, escolha o trabalho de treinamento que você deseja depurar. 
A página de detalhes do trabalho de treinamento é aberta.

4. Na seção Monitor, escolha Exibir registros. A lista de streams do registro de tarefas de 
treinamento relacionado é aberta no CloudWatch console.

5. Os nomes dos fluxos de log aparecem em <training-job-name>/algo-<n>-<time-stamp>
formato, algo-<n> representando o nome do host.

Para saber mais sobre como SageMaker gerencia as informações de configuração para treinamento 
distribuído em várias instâncias, consulte Configuração de treinamento distribuído.

Para acessar o contêiner de treinamento

Use o comando a seguir no terminal para iniciar a sessão SSM (aws ssm start-session) e 
conectar-se ao contêiner de treinamento.

aws ssm start-session --target sagemaker-training-job:<training-job-name>_algo-<n>

Por exemplo, se o nome do trabalho de treinamento for training-job-test-remote-debug e 
o nome do host foralgo-1, a ID de destino serásagemaker-training-job:training-job-
test-remote-debug_algo-1. Se a saída desse comando for semelhante aStarting session 
with SessionId:xxxxx, a conexão será bem-sucedida.

Acesso ao SSM com AWS PrivateLink

Se seus contêineres de treinamento forem executados em uma Amazon Virtual Private Cloud que 
não esteja conectada à Internet pública, você poderá usá-los AWS PrivateLink para habilitar o SSM. 
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AWS PrivateLinkrestringe todo o tráfego de rede entre suas instâncias de endpoint, SSM e Amazon 
EC2 à rede Amazon. Para obter mais informações sobre como configurar o acesso SSM comAWS 
PrivateLink, consulte Configurar um endpoint Amazon VPC para o Session Manager.

Registrar comandos e resultados da sessão SSM

Depois de seguir as instruções em Criar um documento de preferências do Gerenciador de Sessões 
(linha de comando), você pode criar documentos SSM que definam suas preferências para sessões 
SSM. Você pode usar documentos SSM para configurar as opções da sessão, incluindo criptografia 
de dados, duração da sessão e registro. Por exemplo, você pode especificar se deseja armazenar 
dados de log de sessão em um bucket do Amazon Simple Storage Service (Amazon S3) ou em um 
grupo Amazon CloudWatch Logs. Você pode criar documentos que definam preferências gerais 
para todas as sessões de uma AWS conta e/ou documentos que definam preferências para sessões 
individuais. Região da AWS

Solução de problemas verificando os registros de erros do SSM

A Amazon SageMaker carrega erros do agente SSM para seus CloudWatch registros no grupo de /
aws/sagemaker/TrainingJobs registros. Os fluxos de log do agente SSM são nomeados neste 
formato:. <job-name>/algo-<n>-<timestamp>/ssm Por exemplo, se você criar um trabalho de 
treinamento de dois nós chamadotraining-job-test-remote-debug, o registro do trabalho de 
treinamento training-job-test-remote-debug/algo-<n>-<timestamp> e vários registros 
de erros do agente SSM training-job-test-remote-debug/algo-<n>-<timestamp>/ssm
serão enviados para seus CloudWatch registros. Neste exemplo, você pode revisar os fluxos de */
ssm log para solucionar problemas de SSM.

training-job-test-remote-debug/algo-1-1680535238
training-job-test-remote-debug/algo-2-1680535238
training-job-test-remote-debug/algo-1-1680535238/ssm
training-job-test-remote-debug/algo-2-1680535238/ssm

Considerações

Considere o seguinte ao usar a depuração SageMaker remota.

• A depuração remota não é compatível com contêineres de SageMaker algoritmos ou contêineres a 
partir de então. SageMaker AWS Marketplace

• Você não pode iniciar uma sessão de SSM para contêineres que tenham o isolamento de rede 
ativado porque o isolamento impede chamadas de rede de saída.
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Notas de lançamento sobre os recursos de depuração da Amazon 
SageMaker

Consulte as notas de lançamento a seguir para acompanhar as atualizações mais recentes dos 
recursos de depuração da Amazon. SageMaker

21 de dezembro de 2023

Novos atributos

Lançou uma funcionalidade de depuração remota, um novo recurso de depuração SageMaker 
que oferece acesso em nível de shell aos contêineres de treinamento. Com esta versão, você 
pode depurar trabalhos de treinamento fazendo login nos contêineres de trabalhos executados em 
instâncias de SageMaker ML. Para saber mais, consulte the section called “Acesse um contêiner de 
treinamento por meio do SSM para depuração remota”.

7 de setembro de 2023

Novos atributos

Foi adicionado um novo módulo utilitário
sagemaker.interactive_apps.tensorboard.TensorBoardApp que fornece uma função 
chamada get_app_url(). A get_app_url() função gera URLs não assinadas ou pré-assinadas 
para abrir o TensorBoard aplicativo em qualquer ambiente no Amazon EC2 ou no Amazon 
SageMaker EC2. Isso é para fornecer uma experiência unificada para usuários do Studio Classic e 
não do Studio Classic. Para o ambiente Studio Classic, você pode abrir TensorBoard executando 
a get_app_url() função como ela está ou também pode especificar um nome de trabalho para 
iniciar o rastreamento quando o TensorBoard aplicativo for aberto. Para ambientes que não sejam 
do Studio Classic, você pode abrir TensorBoard fornecendo as informações do seu domínio à função 
do utilitário. Com essa funcionalidade, independentemente de onde ou como você executa o código 
de treinamento e inicia trabalhos de treinamento, você pode acessar diretamente TensorBoard 
executando a get_app_url função em seu notebook ou terminal Jupyter. Essa funcionalidade está 
disponível no SageMaker Python SDK v2.184.0 e versões posteriores. Para ter mais informações, 
consulte the section called “Como acessar TensorBoard em SageMaker”.

4 de abril de 2023

Novos atributos
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Lançado SageMaker com TensorBoard, um recurso que TensorBoard hospeda em SageMaker. 
TensorBoard está disponível como um aplicativo por meio do SageMaker Domain, e a plataforma 
de SageMaker treinamento suporta a coleta TensorBoard de dados de saída para o S3 e o 
carregamento automático deles TensorBoard no SageMaker servidor hospedado. Com esse recurso, 
você pode executar trabalhos de treinamento configurados com redatores de TensorBoard resumo 
SageMaker, salvar os arquivos de TensorBoard saída no Amazon S3, abrir o TensorBoard aplicativo 
diretamente do SageMaker console e carregar os arquivos de saída usando o plug-in SageMaker 
Data Manager implementado na interface hospedada TensorBoard . Você não precisa instalar 
TensorBoard manualmente e hospedar localmente nos SageMaker IDEs ou na máquina local. Para 
saber mais, consulte the section called “Use TensorBoard”.

16 de março de 2023

Notas sobre a substituição

SageMaker O depurador desaprova o recurso de criação de perfil da estrutura a partir da versão 2.11 
e 2.0. TensorFlow PyTorch Você ainda pode usar o atributo nas versões anteriores das estruturas e 
dos SDKs da seguinte maneira.

• SageMaker SDK para Python <= v2.130.0

• PyTorch >= v1.6.0, < v2.0

• TensorFlow >= v2.3.1, < v2.11

Com a descontinuação, o SageMaker Debugger também interrompe o suporte aos três seguintes 
para criação de perfil de estrutura. ProfilerRules

• MaxInitializationTime

• OverallFrameworkMetrics

• StepOutlier

21 de fevereiro de 2023

Outras alterações

• A guia de relatório do XGBoost foi removida do painel do profiler do SageMaker Debugger. Você 
ainda pode acessar o relatório do XGBoost baixando-o como um caderno Jupyter ou um arquivo 
HTML. Para obter mais informações, consulte o relatório de treinamento do SageMaker Debugger 
XGBoost.
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• A partir desta versão, as regras integradas do profiler não são ativadas por padrão. Para usar as 
regras do SageMaker Debugger Profiler para detectar determinados problemas computacionais, 
você precisa adicionar as regras ao configurar um iniciador de tarefas de treinamento. SageMaker

1º de dezembro de 2020

O Amazon SageMaker Debugger lançou recursos profundos de criação de perfil no re:Invent 2020.

3 de dezembro de 2019

O Amazon SageMaker Debugger foi lançado inicialmente no re:Invent 2019.

Crie o perfil e otimize o desempenho computacional

Ao treinar modelos de aprendizado state-of-the-art profundo que crescem rapidamente em tamanho, 
escalar o trabalho de treinamento desses modelos para um grande cluster de GPU e identificar 
problemas de desempenho computacional de bilhões e trilhões de operações e comunicações em 
cada iteração do processo de gradiente descendente se torna um desafio.

SageMaker fornece ferramentas de criação de perfil para visualizar e diagnosticar esses problemas 
complexos de computação decorrentes da execução de trabalhos de treinamento em recursos 
de computação em nuvem. AWS Há duas opções de criação de perfil que SageMaker oferecem: 
Amazon SageMaker Profiler e um monitor de utilização de recursos no Amazon Studio Classic. 
SageMaker Veja as seguintes introduções das duas funcionalidades para obter quick Insights e 
saber qual delas usar de acordo com suas necessidades.

Amazon SageMaker Profiler

O Amazon SageMaker Profiler é um recurso de criação de perfil SageMaker com o qual você pode 
se aprofundar nos recursos computacionais provisionados enquanto treina modelos de aprendizado 
profundo e obter visibilidade dos detalhes em nível operacional. SageMaker O Profiler fornece 
módulos Python para adicionar anotações em PyTorch todos TensorFlow os scripts de treinamento e 
ativar o Profiler. SageMaker Você pode acessar os módulos por meio do SageMaker Python SDK e 
do AWS Deep Learning Containers.

Com o SageMaker Profiler, você pode rastrear todas as atividades em CPUs e GPUs, como 
utilizações de CPU e GPU, execuções de kernel em GPUs, inicializações de kernel em CPUs, 
operações de sincronização, operações de memória em CPUs e GPUs, latências entre inicializações 
de kernel e execuções correspondentes e transferência de dados entre CPUs e GPUs.
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SageMaker O Profiler também oferece uma interface de usuário (UI) que visualiza o perfil, um 
resumo estatístico dos eventos perfilados e a linha do tempo de um trabalho de treinamento para 
rastrear e entender a relação temporal dos eventos entre GPUs e CPUs.

Para saber mais sobre o SageMaker Profiler, consultethe section called “Use o SageMaker Profiler”.

Monitoramento de recursos AWS computacionais no Amazon SageMaker Studio Classic

SageMaker também fornece uma interface de usuário no Studio Classic para monitorar a utilização 
de recursos em alto nível, mas com mais granularidade em comparação com as métricas de 
utilização padrão coletadas de a. SageMaker CloudWatch

Para qualquer trabalho de treinamento executado SageMaker usando o SDK do SageMaker Python, 
SageMaker comece a traçar o perfil de métricas básicas de utilização de recursos, como utilização 
da CPU, utilização da GPU, utilização da memória da GPU, rede e tempo de espera de E/S. Ele 
coleta essas métricas de utilização de recursos a cada 500 milissegundos.

Em comparação com CloudWatch as métricas da Amazon, que coletam métricas em intervalos de 1 
segundo, a funcionalidade de monitoramento SageMaker fornece maior granularidade nas métricas 
de utilização de recursos em intervalos de até 100 milissegundos (0,1 segundo), para que você 
possa se aprofundar nas métricas no nível de uma operação ou etapa.

Para acessar o painel para monitorar as métricas de utilização de recursos de um trabalho de 
treinamento, consulte a interface do usuário do SageMaker Debugger no Studio Experiments. 
SageMaker

Tópicos

• Use o Amazon SageMaker Profiler para criar perfis de atividades em AWS recursos 
computacionais

• Monitore a utilização de recursos AWS computacionais no Amazon Studio Classic SageMaker

• Notas de lançamento sobre os recursos de criação de perfil da Amazon SageMaker
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Use o Amazon SageMaker Profiler para criar perfis de atividades em AWS 
recursos computacionais

No momento, o Amazon SageMaker Profiler está em versão prévia e está disponível gratuitam 
ente se houver suporteRegiões da AWS. A versão geralmente disponível do Amazon SageMaker 
Profiler (se houver) pode incluir recursos e preços diferentes dos oferecidos na versão prévia.

O Amazon SageMaker Profiler é um recurso da Amazon SageMaker que fornece uma visão 
detalhada dos recursos AWS computacionais provisionados durante o treinamento de modelos 
de aprendizado profundo no. SageMaker Ele se concentra em traçar o perfil do uso da CPU e da 
GPU, da execução do kernel nas GPUs, das inicializações do kernel nas CPUs, das operações de 
sincronização, das operações de memória entre CPUs e GPUs, das latências entre as inicializações 
do kernel e das execuções correspondentes e na transferência de dados entre CPUs e GPUs. 
SageMaker O Profiler também oferece uma interface de usuário (UI) que visualiza o perfil, um 
resumo estatístico dos eventos perfilados e a linha do tempo de um trabalho de treinamento para 
rastrear e entender a relação temporal dos eventos entre GPUs e CPUs.

Note

SageMaker O Profiler suporta PyTorch TensorFlow e está disponível em AWSDeep Learning 
Containers para SageMaker. Para saber mais, consulte the section called “Imagens de 
estrutura e tipos de instância compatíveis Regiões da AWS”.

Para cientistas de dados

O treinamento de modelos de aprendizado profundo em um grande cluster de computação 
geralmente apresenta problemas de otimização computacional, como gargalos, latências de 
inicialização do kernel, limite de memória e baixa utilização de recursos.

Para identificar esses problemas de desempenho computacional, você precisa analisar mais 
profundamente os recursos de computação para entender quais kernels introduzem latências e 
quais operações causam gargalos. Os cientistas de dados podem se beneficiar do uso da interface 
do SageMaker Profiler para visualizar o perfil detalhado dos trabalhos de treinamento. A interface 
do usuário fornece um painel com gráficos de resumo e uma interface de linha do tempo para 
rastrear cada evento nos recursos de computação. Os cientistas de dados também podem adicionar 
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anotações personalizadas para monitorar determinadas partes do trabalho de treinamento usando os 
módulos do SageMaker Profiler Python.

Para administradores

Por meio da página inicial do Profiler no SageMaker console ou no SageMaker domínio, você pode 
gerenciar os usuários do aplicativo Profiler se for administrador de uma AWS conta ou SageMaker 
domínio. Cada usuário do domínio pode acessar o próprio aplicativo Profiler com as permissões 
concedidas. Como administrador do SageMaker domínio e usuário do domínio, você pode criar e 
excluir o aplicativo Profiler de acordo com o nível de permissão que você tem.

Imagens de estrutura e tipos de instância compatíveis Regiões da AWS

Esse recurso é compatível com as seguintes estruturas de aprendizado de máquina e Regiões da 
AWS.

Note

Para usar esse recurso, certifique-se de ter pelo menos a versão 2.180.0 do SDK do 
SageMaker Python instalada.

SageMaker imagens de estrutura pré-instaladas com SageMaker o Profiler

SageMaker O Profiler está pré-instalado nos seguintes AWSDeep Learning Containers para. 
SageMaker

PyTorchimagens

PyTorch versões URI da imagem do DLC AWS

2.0.0 763104351884 .dkr.ecr . <region>. 
amazonaws.com/pytorch-training:2.0.0-gpu-
py310-cu118-ubuntu20.04-sagemaker

1.13.1 763104351884 .dkr.ecr . <region>. 
amazonaws.com/pytorch-training:1.13.1-gpu-
py39-cu117-ubuntu20.04-sagemaker
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TensorFlow imagens

TensorFlow versões URI da imagem do DLC AWS

2.13.0 763104351884 .dkr.ecr . <region>. 
amazonaws.com/tensorflow-training:2.13.0-
gpu-py310-cu118-ubuntu20.04-sagemaker

2.12.0 763104351884 .dkr.ecr . <region>. 
amazonaws.com/tensorflow-training:2.12.0-
gpu-py310-cu118-ubuntu20.04-sagemaker

2.11.0 763104351884 .dkr.ecr . <region>. 
amazonaws.com/tensorflow-training:2.11.0-
gpu-py39-cu112-ubuntu20.04-sagemaker

Se você quiser usar o SageMaker Profiler para outras imagens de estrutura ou suas próprias 
imagens do Docker, instale o SageMaker Profiler usando os arquivos binários do pacote Profiler 
SageMaker Python fornecidos na seção a seguir.

SageMaker Arquivos binários do pacote Profiler Python

Se você quiser configurar seu próprio contêiner Docker, use o SageMaker Profiler em outros 
contêineres pré-criados para PyTorch e TensorFlow, ou instale o pacote Profiler SageMaker Python 
localmente, use um dos seguintes arquivos binários. Dependendo das versões do Python e do CUDA 
em seu ambiente, escolha uma das opções a seguir.

PyTorch

• Python 3.8, CUDA 11.3: https://smppy.s3.amazonaws.com/pytorch/cu113/smprof-0.3.334-cp38-
cp38-linux_x86_64.whl

• Python 3.9, CUDA 11.7: https://smppy.s3.amazonaws.com/pytorch/cu117/smprof-0.3.334-cp39-
cp39-linux_x86_64.whl

• Python 3.10, CUDA 11.8: https://smppy.s3.amazonaws.com/pytorch/cu118/smprof-0.3.334-cp310-
cp310-linux_x86_64.whl

• Python 3.10, CUDA 12.1: https://smppy.s3.amazonaws.com/pytorch/cu121/smprof-0.3.334-cp310-
cp310-linux_x86_64.whl
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TensorFlow

• Python 3.9, CUDA 11.2: https://smppy.s3.amazonaws.com/tensorflow/cu112/smprof-0.3.334-cp39-
cp39-linux_x86_64.whl

• Python 3.10, CUDA 11.8: https://smppy.s3.amazonaws.com/tensorflow/cu118/smprof-0.3.334-
cp310-cp310-linux_x86_64.whl

Para obter mais informações sobre como instalar o SageMaker Profiler usando os arquivos binários, 
consultethe section called “(Opcional) Instale o pacote SageMaker Profiler Python”.

Com suporte Regiões da AWS

SageMaker O Profiler está disponível a seguirRegiões da AWS.

• Leste dos EUA (Norte da Virgínia) (us-east-1)

• Leste dos EUA (Ohio) (us-east-2)

• Oeste dos EUA (Oregon) (us-west-2)

• Europa (Frankfurt) (eu-central-1)

• Europa (Irlanda) (eu-west-1)

Tipos de instâncias compatíveis

SageMaker O Profiler oferece suporte à criação de perfis de trabalhos de treinamento nos seguintes 
tipos de instância.

Perfil de CPU e GPU

• ml.g4dn.12xlarge

• ml.g5.24xlarge

• ml.g5.48xlarge

• ml.p3dn.24xlarge

• ml.p4de.24xlarge

• ml.p4d.24xlarge

• ml.p5.48xlarge

Somente criação de perfil de GPU
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• ml.g5.2xlarge

• ml.g5.4xlarge

• ml.g5.8xlarge

• ml.g5.16.xlarge

Pré-requisitos

A lista a seguir mostra os pré-requisitos para começar a usar o Profiler. SageMaker

• Um SageMaker domínio configurado com a Amazon VPC em sua AWS conta.

Para obter instruções sobre como configurar um domínio, consulte Integrar o SageMaker domínio 
da Amazon usando a configuração rápida. Você também precisa adicionar perfis de usuário 
do domínio para que usuários individuais acessem o aplicativo Profiler UI. Para obter mais 
informações, consulte Adicionar e remover perfis de usuário do SageMaker domínio.

• A lista a seguir é o conjunto mínimo de permissões para usar o aplicativo Profiler UI.

• sagemaker:CreateApp

• sagemaker:DeleteApp

• sagemaker:DescribeTrainingJob

• sagemaker:Search

• s3:GetObject

• s3:ListBucket

Prepare e execute um trabalho de treinamento com o SageMaker Profiler

A configuração para executar um trabalho de treinamento com o SageMaker Profiler consiste em 
duas etapas: adaptar o script de treinamento e configurar o iniciador do trabalho de SageMaker 
treinamento.

Tópicos

• Etapa 1: Adapte seu script de treinamento usando os módulos SageMaker Profiler Python

• Etapa 2: criar um estimador de SageMaker estrutura e ativar o Profiler SageMaker

• (Opcional) Instale o pacote SageMaker Profiler Python
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Etapa 1: Adapte seu script de treinamento usando os módulos SageMaker Profiler Python

Para começar a capturar as execuções do kernel nas GPUs enquanto o trabalho de treinamento 
está em execução, modifique seu script de treinamento usando os módulos do Profiler 
Python SageMaker . Importe a biblioteca e adicione os métodos start_profiling() e
stop_profiling() para definir o início e o fim da criação de perfil. Você também pode usar 
anotações personalizadas opcionais para adicionar marcadores no script de treinamento para 
visualizar as atividades do hardware durante operações específicas em cada etapa.

Observe que os anotadores extraem operações das GPUs. Para operações de criação de perfil em 
CPUs, você não precisa adicionar nenhuma anotação adicional. A criação de perfil de CPU também 
é ativada quando você especifica a configuração de criação de perfil, a qual você praticará em the 
section called “Etapa 2: criar um estimador de SageMaker estrutura e ativar o Profiler SageMaker ”.

Note

Definir o perfil de um trabalho de treinamento completo não é o uso mais eficiente dos 
recursos. Recomendamos traçar o perfil de no máximo 300 etapas de um trabalho de 
treinamento.

Important

O lançamento em 14 de dezembro de 2023 envolve uma alteração significativa. O nome do 
pacote SageMaker Profiler Python foi alterado smppy de para. smprof Isso é efetivo nos
SageMaker Framework Containers para TensorFlow v2.12 e versões posteriores.
Se você usa uma das versões anteriores dos SageMaker Framework Containers, como a 
TensorFlow v2.11.0, o pacote Profiler SageMaker Python ainda estará disponível como.
smppy Se você não tiver certeza sobre qual versão ou nome do pacote deve usar, substitua 
a instrução de importação do pacote SageMaker Profiler pelo seguinte trecho de código.

try: 
    import smprof  
except ImportError: 
    # backward-compatability for TF 2.11 and PT 1.13.1 images 
    import smppy as smprof
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Abordagem 1. Use o gerenciador de contexto smprof.annotate para anotar funções completas

Você pode agrupar funções completas com o gerenciador de smprof.annotate() contexto. Esse 
wrapper é recomendado se você quiser criar perfis por funções em vez de linhas de código. O script 
de exemplo a seguir mostra como implementar o gerenciador de contexto para encapsular o ciclo de 
treinamento e as funções completas em cada iteração.

import smprof

SMProf = smprof.SMProfiler.instance()
config = smprof.Config()
config.profiler = { 
    "EnableCuda": "1",
}
SMProf.configure(config)
SMProf.start_profiling()

for epoch in range(args.epochs): 
    if world_size > 1: 
        sampler.set_epoch(epoch) 
    tstart = time.perf_counter() 
    for i, data in enumerate(trainloader, 0): 
        with smprof.annotate("step_"+str(i)): 
            inputs, labels = data 
            inputs = inputs.to("cuda", non_blocking=True) 
            labels = labels.to("cuda", non_blocking=True) 
     
            optimizer.zero_grad() 
     
            with smprof.annotate("Forward"): 
                outputs = net(inputs) 
            with smprof.annotate("Loss"): 
                loss = criterion(outputs, labels) 
            with smprof.annotate("Backward"): 
                loss.backward() 
            with smprof.annotate("Optimizer"): 
                optimizer.step()

SMProf.stop_profiling()

Abordagem 2. Use smprof.annotation_begin() e smprof.annotation_end() para anotar 
uma linha de código específica nas funções
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Você também pode definir anotações para traçar o perfil de linhas de código específicas. Você pode 
definir o ponto inicial e final exatos da criação de perfil no nível das linhas de código individuais, não 
pelas funções. Por exemplo, no script a seguir, o step_annotator é definido no início de cada 
iteração e termina no final da iteração. Enquanto isso, outros anotadores detalhados para cada 
operação são definidos e envolvem as operações de destino em cada iteração.

import smprof

SMProf = smprof.SMProfiler.instance()
config = smprof.Config()
config.profiler = { 
    "EnableCuda": "1",
}
SMProf.configure(config)
SMProf.start_profiling()

for epoch in range(args.epochs): 
    if world_size > 1: 
        sampler.set_epoch(epoch) 
    tstart = time.perf_counter() 
    for i, data in enumerate(trainloader, 0): 
        step_annotator = smprof.annotation_begin("step_" + str(i)) 

        inputs, labels = data 
        inputs = inputs.to("cuda", non_blocking=True) 
        labels = labels.to("cuda", non_blocking=True) 
        optimizer.zero_grad() 

        forward_annotator = smprof.annotation_begin("Forward") 
        outputs = net(inputs) 
        smprof.annotation_end(forward_annotator) 

        loss_annotator = smprof.annotation_begin("Loss") 
        loss = criterion(outputs, labels) 
        smprof.annotation_end(loss_annotator) 

        backward_annotator = smprof.annotation_begin("Backward") 
        loss.backward() 
        smprof.annotation_end(backward_annotator) 

        optimizer_annotator = smprof.annotation_begin("Optimizer") 
        optimizer.step() 
        smprof.annotation_end(optimizer_annotator) 
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        smprof.annotation_end(step_annotator)

SMProf.stop_profiling()

Depois de anotar e configurar os módulos de iniciação do profiler, salve o script para enviar usando 
um inicializador de tarefas de SageMaker treinamento na próxima Etapa 2. O iniciador de exemplo 
presume que o script de treinamento seja chamado de train_with_profiler_demo.py.

Etapa 2: criar um estimador de SageMaker estrutura e ativar o Profiler SageMaker

O procedimento a seguir mostra como preparar um estimador de SageMaker estrutura para 
treinamento usando o SDK do Python SageMaker .

1. Configure um objeto profiler_config usando os módulos ProfilerConfig e Profiler da 
seguinte forma.

from sagemaker import ProfilerConfig, Profiler
profiler_config = ProfilerConfig( 
    profile_params = Profiler(cpu_profiling_duration=3600)
)

A seguir está a descrição do módulo Profiler e do argumento.

• Profiler: O módulo para ativar o SageMaker Profiler com o trabalho de treinamento.

• cpu_profiling_duration(int): especifique a duração do tempo em segundos para a 
criação de perfil nas CPUs. O padrão é 3600 segundos.

2. Crie um estimador de SageMaker estrutura com o profiler_config objeto criado na etapa 
anterior. O código a seguir mostra um exemplo de criação de um PyTorch estimador. Se você 
quiser criar um TensorFlow estimador, importe sagemaker.tensorflow.TensorFlow em 
vez disso e especifique uma das TensorFlowversões suportadas pelo SageMaker Profiler. Para 
obter mais informações sobre os tipos de instâncias com suporte para as estruturas, consulte the 
section called “SageMaker imagens de estrutura pré-instaladas com SageMaker o Profiler”.

import sagemaker
from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    framework_version="2.0.0", 
    role=sagemaker.get_execution_role(), 
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    entry_point="train_with_profiler_demo.py", # your training job entry point 
    source_dir=source_dir, # source directory for your training script 
    output_path=output_path, 
    base_job_name="sagemaker-profiler-demo", 
    hyperparameters=hyperparameters, # if any 
    instance_count=1, # Recommended to test with < 8 
    instance_type=ml.p4d.24xlarge, 
    profiler_config=profiler_config
)

3. Inicie o trabalho de treinamento executando o método fit. Com o wait=False, você pode 
silenciar os registros de trabalhos de treinamento e deixá-los em execução em segundo plano.

estimator.fit(wait=False)

Durante a execução do trabalho de treinamento ou após a conclusão do trabalho, você pode ir 
para o próximo tópico em the section called “Abra o aplicativo SageMaker Profiler UI” e começar a 
explorar e visualizar os perfis salvos.

Se você quiser acessar diretamente os dados do perfil salvos no bucket do Amazon S3, use o script 
a seguir para recuperar o URI do S3.

import os
# This is an ad-hoc function to get the S3 URI
# to where the profile output data is saved
def get_detailed_profiler_output_uri(estimator): 
    config_name = None 
    for processing in estimator.profiler_rule_configs: 
        params = processing.get("RuleParameters", dict()) 
        rule = config_name = params.get("rule_to_invoke", "") 
        if rule == "DetailedProfilerProcessing": 
            config_name = processing.get("RuleConfigurationName") 
            break 
    return os.path.join( 
        estimator.output_path,  
        estimator.latest_training_job.name,  
        "rule-output", 
        config_name, 
    )

print( 
    f"Profiler output S3 bucket: ",  
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    get_detailed_profiler_output_uri(estimator)
)

(Opcional) Instale o pacote SageMaker Profiler Python

Para usar o SageMaker Profiler em PyTorch imagens de TensorFlow estrutura não listadas ou em
the section called “SageMaker imagens de estrutura pré-instaladas com SageMaker o Profiler” seu 
próprio contêiner Docker personalizado para treinamento, você pode instalar o SageMaker Profiler 
usando um dos. the section called “SageMaker Arquivos binários do pacote Profiler Python”

Opção 1: instalar o pacote SageMaker Profiler ao iniciar um trabalho de treinamento

Se você quiser usar o SageMaker Profiler para treinar trabalhos usando PyTorch TensorFlow 
imagens não listadasthe section called “SageMaker imagens de estrutura pré-instaladas com 
SageMaker o Profiler”, crie um requirements.txt arquivo e localize-o no caminho especificado 
para o source_dir parâmetro do estimador da SageMaker estrutura na Etapa 2. Para obter mais 
informações sobre como configurar um requirements.txt arquivo em geral, consulte Como usar 
bibliotecas de terceiros na documentação do SDK do SageMaker Python. No requirements.txt
arquivo, adicione um dos caminhos de bucket do S3 para o. the section called “SageMaker Arquivos 
binários do pacote Profiler Python”

# requirements.txt
https://smppy.s3.amazonaws.com/tensorflow/cu112/smprof-0.3.332-cp39-cp39-
linux_x86_64.whl

Opção 2: instalar o pacote SageMaker Profiler em seus contêineres personalizados do Docker

Se você usa um contêiner Docker personalizado para treinamento, adicione um deles the section 
called “SageMaker Arquivos binários do pacote Profiler Python” ao seu Dockerfile.

# Install the smprof package version compatible with your CUDA version
RUN pip install https://smppy.s3.amazonaws.com/tensorflow/cu112/smprof-0.3.332-cp39-
cp39-linux_x86_64.whl

Para obter orientação sobre como executar um contêiner Docker personalizado para treinamento 
SageMaker em geral, consulte Adaptar seu próprio contêiner de treinamento.

Abra o aplicativo SageMaker Profiler UI

Você pode acessar o aplicativo SageMaker Profiler UI por meio das seguintes opções.
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Tópicos

• Opção 1: iniciar a interface do SageMaker Profiler na página de detalhes do domínio

• Opção 2: iniciar o aplicativo SageMaker Profiler UI a partir da página inicial do SageMaker Profiler 
no console SageMaker

• Opção 3: usar a função de inicializador de aplicativos no SDK do SageMaker Python

Opção 1: iniciar a interface do SageMaker Profiler na página de detalhes do domínio

Se você tiver acesso ao SageMaker console, poderá escolher essa opção.

Navegue até a página de detalhes do domínio

O procedimento a seguir mostra como navegar até a página de detalhes do domínio.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Domínios.

3. Na lista de domínios, selecione o domínio no qual você deseja iniciar o aplicativo SageMaker 
Profiler.

Inicie o aplicativo SageMaker Profiler UI

O procedimento a seguir mostra como iniciar o aplicativo SageMaker Profiler que tem como escopo 
um perfil de usuário.

1. Na página Detalhes do domínio, escolha a aba Perfis de usuário.

2. Identifique o perfil de usuário para o qual você deseja iniciar o aplicativo SageMaker Profiler UI.

3. Escolha Iniciar para o perfil de usuário selecionado e escolha Profiler

Opção 2: iniciar o aplicativo SageMaker Profiler UI a partir da página inicial do SageMaker Profiler no 
console SageMaker

O procedimento a seguir descreve como iniciar o aplicativo SageMaker Profiler UI a partir da página 
inicial do SageMaker Profiler no SageMaker console. Se você tiver acesso ao SageMaker console, 
poderá escolher essa opção.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.
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2. No painel de navegação à esquerda, escolha Profiler.

3. Em Começar, selecione o domínio no qual você deseja iniciar o aplicativo Studio Classic. Se o 
seu perfil de usuário pertencer apenas a um domínio, você não verá a opção para selecionar um 
domínio.

4. Selecione o perfil de usuário para o qual você deseja iniciar o aplicativo SageMaker Profiler UI. 
Se não houver perfil de usuário no domínio, escolha Criar perfil de usuário. Para obter mais 
informações sobre a criação de um novo perfil de usuário, consulte Adicionar e remover perfis de 
usuário.

5. Escolha Abrir o Profiler.

Opção 3: usar a função de inicializador de aplicativos no SDK do SageMaker Python

Se você for um usuário do SageMaker Domínio e tiver acesso somente ao SageMaker Studio, 
poderá acessar o aplicativo SageMaker Profiler UI por meio do SageMaker Studio Classic 
executando a
sagemaker.interactive_apps.detail_profiler_app.DetailProfilerAppfunção.

Observe que o SageMaker Studio Classic é a experiência anterior de interface de usuário do Studio 
antes do re:Invent 2023 e foi migrado como um aplicativo para uma interface de usuário do Studio 
recém-projetada no re:Invent 2023. O aplicativo SageMaker Profiler UI está disponível no nível do 
SageMaker domínio e, portanto, requer seu ID de domínio e nome de perfil de usuário. Atualmente, 
a DetailedProfilerApp função só funciona no aplicativo SageMaker Studio Classic; a função 
absorve adequadamente as informações de domínio e perfil de usuário do SageMaker Studio 
Classic.

Para domínios, usuários de domínio e Studio criados antes do re:Invent 2023, o Studio Classic seria 
a experiência padrão, a menos que você o tenha atualizado seguindo as instruções em Migração 
do Amazon SageMaker  Studio Classic. Se esse for o seu caso, não é necessária nenhuma 
ação adicional e você pode iniciar diretamente o aplicativo SageMaker Profiler UI executando a
DetailProfilerApp função.

Se você criou um novo domínio e um novo estúdio após o re:Invent 2023, inicie o aplicativo Studio 
Classic na interface do usuário do Studio e execute a DetailProfilerApp função para iniciar o 
aplicativo SageMaker Profiler UI.

Observe que a DetailedProfilerApp função não funciona em outros IDEs SageMaker 
de aprendizado de máquina, como o aplicativo Studio, o JupyterLab aplicativo SageMaker 
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SageMaker Studio Code Editor e as instâncias do SageMaker Notebook. Se você executar a
DetailedProfilerApp função nesses IDEs, ela retornará uma URL para a página inicial do 
Profiler no SageMaker console, em vez de um link direto para abrir o aplicativo Profiler UI.

Explore os dados de saída do perfil visualizados na interface do SageMaker usuário 
do Profiler

Esta seção mostra a interface do usuário do SageMaker Profiler e fornece dicas sobre como usá-la e 
obter informações a partir dela.

Carregar perfil

Quando você abre a interface do SageMaker Profiler, a página Carregar perfil é aberta. Para 
carregar e gerar o Painel e a Linha do tempo, siga o procedimento a seguir.

Para carregar o perfil de um trabalho de treinamento

1. Na seção Lista de trabalhos de treinamento, use a caixa de seleção para escolher o trabalho de 
treinamento para o qual você deseja carregar o perfil.

2. Escolha Load. O nome do trabalho deve aparecer na seção Perfil carregado na parte superior.

3. Escolha o botão de opção à esquerda do Nome do trabalho para gerar o Painel e a Linha 
do tempo. Observe que quando você escolhe o botão de opção, a interface do usuário abre 
automaticamente o Painel. Observe também que, se você gerar as visualizações enquanto o 
status do trabalho e o status do carregamento ainda parecem estar em andamento, a interface 
do usuário do SageMaker Profiler gerará gráficos de painel e uma linha do tempo até os dados 
de perfil mais recentes coletados do trabalho de treinamento contínuo ou dos dados de perfil 
parcialmente carregados.

Tip

Você pode carregar e visualizar um perfil por vez. Para carregar outro perfil, você deve 
primeiro descarregar o perfil carregado anteriormente. Para descarregar um perfil, use o 
ícone da lixeira na extremidade direita do perfil na seção Perfil carregado.
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Painel

Depois de terminar de carregar e selecionar o trabalho de treinamento, a interface do usuário abre a 
página Painel com os seguintes painéis por padrão.

• Tempo ativo da GPU — Esse gráfico circular mostra a porcentagem do tempo ativo versus o 
tempo ocioso da GPU. Você pode verificar se as GPUs estão mais ativas do que ociosas durante 
todo o trabalho de treinamento. O tempo ativo da GPU é baseado nos pontos de dados do perfil 
com uma taxa de utilização maior que 0%, enquanto o tempo ocioso da GPU são os pontos de 
dados perfilados com 0% de utilização.

• Utilização da GPU ao longo do tempo — Esse gráfico de cronograma mostra a taxa média de 
utilização da GPU ao longo do tempo por nó, agregando todos os nós em um único gráfico. Você 
pode verificar se as GPUs têm uma carga de trabalho desequilibrada, problemas de subutilização, 
gargalos ou problemas de inatividade durante determinados intervalos de tempo. Para rastrear 
a taxa de utilização individual da GPU e as execuções relacionadas do kernel, use o the section 
called “Interface de linha do tempo”. Observe que a coleção de atividades da GPU começa de 
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onde você adicionou a função inicial do Profiler SMProf.start_profiling() no script de 
treinamento e termina em SMProf.stop_profiling().

• Tempo ativo da CPU — Esse gráfico circular mostra a porcentagem do tempo ativo versus o 
tempo ocioso da CPU. Você pode verificar se as CPUs estão mais ativas do que ociosas durante 
todo o trabalho de treinamento. O tempo ativo da CPU é baseado nos pontos de dados perfilados 
com uma taxa de utilização maior que 0%, enquanto o tempo ocioso da CPU são os pontos de 
dados perfilados com 0% de utilização.

• Utilização da CPU ao longo do tempo — Esse gráfico de cronograma mostra a taxa média de 
utilização da CPU ao longo do tempo por nó, agregando todos os nós em um único gráfico. Você 
pode verificar se as CPUs estão congestionadas ou subutilizadas durante determinados intervalos 
de tempo. Para rastrear a taxa de utilização das CPUs alinhadas com a utilização individual da 
GPU e as execuções do kernel, use o the section called “Interface de linha do tempo”. Observe 
que as métricas de utilização começam desde o início da inicialização do trabalho.

• Tempo gasto por todos os kernels da GPU — Este gráfico circular mostra todos os kernels da GPU 
operados durante todo o trabalho de treinamento. Ele mostra os 15 principais kernels de GPU por 
padrão como setores individuais e todos os outros kernels em um setor. Passe o mouse sobre os 
setores para ver informações mais detalhadas. O valor mostra o tempo total dos kernels da GPU 
operados em segundos e a porcentagem é baseada em todo o tempo do perfil.

• Tempo gasto pelos 15 principais kernels de GPU — Este gráfico circular mostra todos os kernels 
de GPU operados durante todo o trabalho de treinamento. Ele mostra os 15 principais kernels 
de GPU como setores individuais. Passe o mouse sobre os setores para ver informações mais 
detalhadas. O valor mostra o tempo total dos kernels da GPU operados em segundos e a 
porcentagem é baseada em todo o tempo do perfil.

• Contagens de lançamento de todos os kernels de GPU — Esse gráfico circular mostra o número 
de contagens de cada kernel de GPU lançado durante o trabalho de treinamento. Ele mostra os 15 
principais kernels de GPU como setores individuais e todos os outros kernels em um setor. Passe 
o mouse sobre os setores para ver informações mais detalhadas. O valor mostra a contagem total 
dos kernels da GPU lançados e a porcentagem é baseada na contagem total de todos os kernels.

• Contagens de lançamentos dos 15 principais kernels da GPU — Este gráfico circular mostra o 
número de contagens de cada kernel da GPU lançado durante o trabalho de treinamento. Ele 
mostra os 15 principais kernels da GPU. Passe o mouse sobre os setores para ver informações 
mais detalhadas. O valor mostra a contagem total dos kernels da GPU lançados e a porcentagem 
é baseada na contagem total de todos os kernels.
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• Distribuição do tempo das etapas — Esse histograma mostra a distribuição das durações das 
etapas nas GPUs. Esse gráfico é gerado somente depois que você adiciona o anotador de etapas 
no script de treinamento.

• Distribuição de precisão do kernel — Esse gráfico circular mostra a porcentagem de tempo gasto 
na execução de kernels em tipos de dados diferentes, como FP32, FP16, INT32 e INT8.

• Distribuição da atividade da GPU — Esse gráfico circular mostra a porcentagem de tempo gasto 
em atividades da GPU, como executar kernels, memória (memcpy e memset) e sincronização 
(sync).

• Distribuição das operações de memória da GPU — Esse gráfico circular mostra a porcentagem de 
tempo gasto nas operações de memória da GPU. Isso visualiza as atividades memcopy e ajuda a 
identificar se o trabalho de treinamento está gastando muito tempo em determinadas operações de 
memória.

• Crie um novo histograma — Crie um novo diagrama de uma métrica personalizada que você 
anotou manualmente durante a the section called “Etapa 1: Adapte seu script de treinamento 
usando os módulos SageMaker Profiler Python” Ao adicionar uma anotação personalizada a 
um novo histograma, selecione ou digite o nome da anotação que você adicionou no script de 
treinamento. Por exemplo, no script de treinamento de demonstração na Etapa 1, step, Forward,
Backward, Optimize e Loss estão as anotações personalizadas. Ao criar um novo histograma, 
esses nomes de anotações devem aparecer no menu suspenso para seleção de métricas. Se 
você escolher Backward, a interface do usuário adiciona o histograma do tempo gasto em 
retrocessos ao longo do tempo perfilado no painel. Esse tipo de histograma é útil para verificar se 
há valores discrepantes demorando muito mais e causando problemas de gargalo.

As capturas de tela a seguir mostram a taxa de tempo ativo da GPU e da CPU e a taxa média de 
utilização da GPU e da CPU em relação ao tempo por nó de computação.
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A captura de tela a seguir mostra um exemplo de gráficos circulares para comparar quantas vezes 
os kernels da GPU são lançados e medir o tempo gasto na execução deles. Nos painéis Tempo 
gasto por todos os kernels da GPU e Contagens de inicialização de todos os núcleos da GPU, você 
também pode especificar um número inteiro no campo de entrada para k para ajustar o número 
de legendas a serem mostradas nos gráficos. Por exemplo, se você especificar 10, os gráficos 
mostrarão os 10 kernels mais executados e lançados, respectivamente.
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A captura de tela a seguir mostra um exemplo de tempo de etapa, duração, histograma e gráficos 
circulares para a distribuição de precisão do kernel, distribuição de atividades da GPU e distribuição 
da operação de memória da GPU.
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Interface de linha do tempo

Para obter uma visão detalhada dos recursos computacionais no nível das operações e dos kernels 
programados nas CPUs e executados nas GPUs, use a interface Timeline.

Você pode ampliar e reduzir o zoom e se deslocar para a esquerda ou para a direita na interface da 
linha do tempo usando o mouse, as teclas [w, a, s, d] ou as quatro teclas de seta do teclado.

Tip

Para obter mais dicas sobre os atalhos do teclado para interagir com a interface da Linha do 
tempo, escolha Atalhos de teclado no painel esquerdo.

As trilhas da linha do tempo são organizadas em uma estrutura de árvore, fornecendo informações 
desde o host ao dispositivo. Por exemplo, se você executar instâncias N com oito GPUs em cada 
uma, a estrutura do cronograma de cada instância seria a seguinte.

• algo-i node — Essas são as SageMaker tags para atribuir trabalhos às instâncias provisionadas. 
O dígito inode é atribuído aleatoriamente. Por exemplo, se você usar 4 instâncias, esta seção se 
expandirá de algo-1 para algo-4.

• CPU — Nesta seção, você pode verificar a taxa média de utilização da CPU e os contadores de 
desempenho.

• GPUs — Nesta seção, você pode verificar a taxa média de utilização da GPU, a taxa de 
utilização individual da GPU e os kernels.

• Utilização do SUM — As taxas médias de utilização da GPU por instância.

• HOST-0 PID-123 — Um nome exclusivo atribuído a cada trilha de processo. A sigla PID é a 
ID do processo, e o número anexado a ela é o número da ID do processo que é registrado 
durante a captura de dados do processo. Esta seção mostra as seguintes informações do 
processo.

• Utilização da GPU-inum_gpu — A taxa de utilização da GPU num_gpui-th ao longo do tempo.

• Dispositivo GPU-inum_gpu — O kernel é executado no dispositivo GPU inum_gpu-th.

• stream icuda_stream — Fluxos CUDA mostrando a execução do kernel no dispositivo GPU. 
Para saber mais sobre os fluxos CUDA, veja os slides em PDF em CUDA C/C++ Streams 
and Concurrency fornecidos pela NVIDIA.

• Host GPU-inum_gpu — O kernel é executado no host da GPU inum_gpu-th.
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As várias capturas de tela a seguir mostram a Linha do tempo do perfil de um trabalho de 
treinamento executado em instâncias ml.p4d.24xlarge equipadas com 8 GPUs NVIDIA A100 
Tensor Core em cada uma.

A seguir, é apresentada uma visão ampliada do perfil, imprimindo uma dúzia de etapas, incluindo 
um carregador de dados intermitente entre step_232 e step_233 para buscar o próximo lote de 
dados.

Para cada CPU, você pode rastrear os contadores de utilização e desempenho da CPU, como
"clk_unhalted_ref.tsc" e "itlb_misses.miss_causes_a_walk", que são indicativos das 
instruções executadas na CPU.

Para cada GPU, você pode ver a linha do tempo do host e a linha do tempo do dispositivo. Os 
lançamentos do kernel estão na linha do tempo do host e as execuções do kernel estão na linha do 
tempo do dispositivo. Você também pode ver anotações (como avançar, retroceder e otimizar) se 
tiver adicionado um script de treinamento na linha do tempo do host da GPU.

Na visualização da linha do tempo, você também pode rastrear pares de launch-and-run kernels. 
Isso ajuda você a entender como a inicialização de um kernel agendada em um host (CPU) é 
executada no dispositivo de GPU correspondente.
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Tip

Pressione a tecla f para ampliar o kernel selecionado.

A captura de tela a seguir é uma visão ampliada de step_233 e step_234 para a captura de 
tela anterior. O intervalo da linha do tempo selecionado na captura de tela a seguir é a operação
AllReduce, uma etapa essencial de comunicação e sincronização no treinamento distribuído, 
executada no dispositivo GPU-0. Na captura de tela, observe que a inicialização do kernel no host 
GPU-0 se conecta ao kernel executado no fluxo do dispositivo 1 GPU-0, indicado com a seta na cor 
ciano.

Além disso, duas guias de informações aparecem no painel inferior da interface do usuário quando 
você seleciona um intervalo da linha do tempo, conforme mostrado na captura de tela anterior. A 
guia Seleção atual mostra os detalhes do kernel selecionado e da inicialização do kernel conectado 
a partir do host. A direção de conexão é sempre do host (CPU) para o dispositivo (GPU), pois cada 
kernel da GPU é sempre chamado a partir de uma CPU. A guia Conexões mostra o par escolhido 
para iniciar e executar o kernel. Você pode selecionar qualquer um deles para movê-lo para o centro 
da visualização da Linha do tempo.
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A captura de tela a seguir amplia ainda mais o par de lançamento e execução da operação
AllReduce.

Informações

Em Informações, você pode acessar informações sobre o trabalho de treinamento carregado, 
como o tipo de instância, os nomes de recursos do Amazon (ARNs) dos recursos de computação 
provisionados para o trabalho, os nomes dos nós e os hiperparâmetros.

Configurações

Por padrão, a instância do aplicativo SageMaker Profiler UI está configurada para ser desligada 
após 2 horas de tempo ocioso. Em Configurações, use as seguintes configurações para ajustar o 
cronômetro de desligamento automático.

• Ativar desligamento automático do aplicativo — Escolha e defina como Ativado para permitir que o 
aplicativo seja desligado automaticamente após o número especificado de horas de tempo ocioso. 
Para desativar a funcionalidade de desligamento automático, escolha Desativado.

• Limite de desligamento automático em horas — Se você escolher Ativado para Ativar o 
desligamento automático do aplicativo, poderá definir o tempo-limite em horas para o desligamento 
automático do aplicativo. Por padrão, ele é definida como 2.
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Perguntas frequentes sobre o uso do SageMaker Profiler

Use as perguntas frequentes a seguir para encontrar respostas sobre o uso do SageMaker Profiler.

P. Estou recebendo uma mensagem de erro ModuleNotFoundError: No module named 
'smppy'

Desde dezembro de 2023, o nome do pacote SageMaker Profiler Python mudou de smprof para 
para para resolver um problema smppy de nome de pacote duplicadosmppy; já é usado por um 
pacote de código aberto.

Portanto, se você usa smppy desde antes de dezembro de 2023 e está enfrentando esse
ModuleNotFoundError problema, pode ser devido ao nome do pacote desatualizado em seu 
script de treinamento ao ter o smprof pacote mais recente instalado ou ao usar um dos mais 
recentesthe section called “SageMaker imagens de estrutura pré-instaladas com SageMaker o 
Profiler”. Nesse caso, certifique-se de substituir todas as menções de por smprof em todo smppy o 
seu script de treinamento.

Ao atualizar o nome do pacote SageMaker Profiler Python em seus scripts de treinamento, para 
evitar confusão sobre qual versão do nome do pacote você deve usar, considere usar uma instrução 
de importação condicional, conforme mostrado no trecho de código a seguir.

try: 
    import smprof  
except ImportError: 
    # backward-compatability for TF 2.11 and PT 1.13.1 images 
    import smppy as smprof

Observe também que, se você estiver usando smppy durante a atualização para a versão mais 
recente PyTorch ou para TensorFlow as versões mais recentes, certifique-se de instalar o smprof
pacote mais recente seguindo as instruções emthe section called “(Opcional) Instale o pacote 
SageMaker Profiler Python”.

P. Estou recebendo uma mensagem de erro ModuleNotFoundError: No module named 
'smprof'

Primeiro, certifique-se de usar um dos SageMaker Framework Containers oficialmente suportados. 
Se você não usar um desses, poderá instalar o smprof pacote seguindo as instruções emthe 
section called “(Opcional) Instale o pacote SageMaker Profiler Python”.
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P: Não consigo importar ProfilerConfig

Se você não conseguir importar ProfilerConfig o script do iniciador de tarefas usando o 
SDK do SageMaker Python, seu ambiente local ou o kernel do Jupyter pode ter uma versão 
significativamente desatualizada do SDK do Python. SageMaker Certifique-se de atualizar o SDK 
para a versão mais recente.

$ pip install --upgrade sagemaker

P. Estou recebendo uma mensagem de erro aborted: core dumped when importing 
smprof into my training script

Em uma versão anterior dosmprof, esse problema ocorre com PyTorch 2.0+ e PyTorch Lightning. 
Para resolver esse problema, instale também o smprof pacote mais recente seguindo as instruções 
emthe section called “(Opcional) Instale o pacote SageMaker Profiler Python”.

P: Não consigo encontrar a interface do usuário do SageMaker Profiler no Studio. SageMaker Como 
posso encontrá-lo?

Se você tiver acesso ao SageMaker console, escolha uma das opções a seguir.

• the section called “Opção 1: iniciar a interface do SageMaker Profiler na página de detalhes do 
domínio”

• the section called “Opção 2: iniciar o aplicativo SageMaker Profiler UI a partir da página inicial do 
SageMaker Profiler no console SageMaker”

Se você for um usuário do Domínio e não tiver acesso ao SageMaker console, poderá acessar o 
aplicativo por meio do SageMaker Studio Classic. Se esse for o seu caso, escolha a opção a seguir.

• the section called “Opção 3: usar a função de inicializador de aplicativos no SDK do SageMaker 
Python”

Considerações

Considere o seguinte ao usar o SageMaker Profiler.

• SageMaker O Profiler não é compatível com piscinas quentes SageMaker gerenciadas.
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Monitore a utilização de recursos AWS computacionais no Amazon Studio 
Classic SageMaker

Para monitorar a utilização de recursos computacionais do seu trabalho de treinamento, use as 
ferramentas de monitoramento oferecidas pelo Amazon SageMaker Debugger.

Para qualquer trabalho de treinamento executado SageMaker usando o SDK do SageMaker Python, 
o Debugger coleta métricas básicas de utilização de recursos, como utilização da CPU, utilização 
da GPU, utilização da memória da GPU, rede e tempo de espera de E/S a cada 500 milissegundos. 
Para ver o painel das métricas de utilização de recursos do seu trabalho de treinamento, basta usar a 
interface do usuário do SageMaker Debugger no Studio Experiments. SageMaker

As operações e etapas de aprendizado profundo podem operar em intervalos de milissegundos. 
Em comparação com CloudWatch as métricas da Amazon, que coletam métricas em intervalos de 
1 segundo, o Debugger fornece maior granularidade nas métricas de utilização de recursos em 
intervalos de até 100 milissegundos (0,1 segundo) para que você possa se aprofundar nas métricas 
no nível de uma operação ou etapa.

Se quiser alterar o intervalo de tempo de coleta de métricas, você pode adicionar um parâmetro 
para a configuração de criação de perfil ao seu inicializador de tarefas de treinamento. Por exemplo, 
se você estiver usando o SDK do SageMaker Python, precisará passar o profiler_config
parâmetro ao criar um objeto estimador. Para saber como ajustar o intervalo de coleta da métrica 
de utilização de recursos, consulte the section called “Modelo de código para configurar um objeto 
estimador do SageMaker com os módulos Python do SageMaker Debugger no SDK do SageMaker 
Python” e, depois, the section called “Defina as configurações para a criação de perfil básico da 
utilização dos recursos do sistema”.

Além disso, você pode adicionar ferramentas de detecção de problemas chamadas regras de criação 
de perfil integradas fornecidas pelo SageMaker Debugger. As regras de criação de perfis integrados 
executam análises em relação às métricas de utilização de recursos e detectam problemas de 
desempenho computacional. Para ter mais informações, consulte the section called “Configurar 
regras de criação de perfil integradas”. Você pode receber os resultados da análise de regras por 
meio da interface do usuário do SageMaker Debugger no SageMaker Studio Experiments ou do
SageMaker Debugger Profiling Report. Você também pode criar regras personalizadas de criação de 
perfil usando o SDK do SageMaker Python.

Para saber mais sobre as funcionalidades de monitoramento fornecidas pelo SageMaker Debugger, 
consulte os tópicos a seguir.
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Tópicos

• Configure um estimador com parâmetros para criação de perfil básica usando os módulos Python 
do Amazon SageMaker Debugger

• Configurar regras de criação de perfil integradas gerenciadas pelo Amazon SageMaker Debugger

• Lista de regras integradas do perfilador do Debugger

• Interface do SageMaker usuário do Amazon Debugger no Amazon Studio Classic Experiments 
SageMaker

• Relatório interativo do SageMaker Debugger

• Analise dados usando a biblioteca cliente do Debugger Python

Configure um estimador com parâmetros para criação de perfil básica usando os 
módulos Python do Amazon SageMaker Debugger

Por padrão, o perfil básico do SageMaker Debugger está ativado por padrão e monitora as métricas 
de utilização de recursos, como utilização da CPU, utilização da GPU, utilização da memória da 
GPU, rede e tempo de espera de E/S, de todos os trabalhos de treinamento do SageMaker enviados 
usando o Amazon SageMaker Python SDK. O SageMaker Debugger coleta essas métricas de 
utilização de recursos a cada 500 milissegundos. Você não precisa fazer alterações adicionais em 
seu código, script de treinamento ou iniciador de trabalho para rastrear a utilização de recursos 
básicos. Se quiser acessar o painel de métricas de utilização de recursos do seu trabalho de 
treinamento no SageMaker Studio, você pode ir para o Interface do SageMaker usuário do Amazon 
Debugger no Amazon Studio Classic Experiments SageMaker .

Se quiser alterar o intervalo de coleta de métricas para criação de perfil básico, você pode especificar 
parâmetros específicos do Debugger ao criar um iniciador de trabalho de treinamento do SageMaker 
usando o SageMaker Python SDK, AWS SDK for Python (Boto3) ou AWS Command Line Interface 
(CLI). Neste guia, vamos nos concentrar em como alterar as opções de criação de perfil usando o
Amazon SageMaker Python SDK.

Se você quiser ativar as regras que detectam problemas de utilização de recursos do sistema 
automaticamente, você pode adicionar o parâmetro rules no objeto estimador para ativar as regras.

Important

Para usar os recursos mais recentes do SageMaker Debugger, você precisa atualizar o 
SageMaker Python SDK e a biblioteca cliente SMDebug. No kernel do IPython, no bloco de 
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anotações Jupyter ou no ambiente do JupyterLab, execute o código a seguir para instalar as 
versões mais recentes das bibliotecas e reiniciar o kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)

Modelo de código para configurar um objeto estimador do SageMaker com os módulos Python do 
SageMaker Debugger no SDK do SageMaker Python

Para ajustar a configuração básica de criação de perfil (profiler_config) ou adicionar as 
regras do criador de perfil (rules), escolha uma das guias para obter o modelo para configurar um 
estimador do SageMaker. Nas páginas seguintes, você pode encontrar mais informações sobre 
como configurar os dois parâmetros.

Note

Os exemplos de código a seguir não são executáveis diretamente. Vá para as próximas 
seções para saber como configurar cada parâmetro.

PyTorch

# An example of constructing a SageMaker PyTorch estimator
import boto3
import sagemaker
from sagemaker.pytorch import PyTorch
from sagemaker.debugger import ProfilerConfig, ProfilerRule, rule_configs

session=boto3.session.Session()
region=session.region_name

profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=PyTorch( 
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    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-profiling-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.12.0", 
    py_version="py37", 
     
    # SageMaker Debugger parameters 
    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)

TensorFlow

# An example of constructing a SageMaker TensorFlow estimator
import boto3
import sagemaker
from sagemaker.tensorflow import TensorFlow
from sagemaker.debugger import ProfilerConfig, ProfilerRule, rule_configs

session=boto3.session.Session()
region=session.region_name

profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=TensorFlow( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-profiling-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="2.8.0", 
    py_version="py37", 
     
    # SageMaker Debugger parameters 
    profiler_config=profiler_config, 
    rules=rules
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)

estimator.fit(wait=False)

MXNet

# An example of constructing a SageMaker MXNet estimator
import sagemaker
from sagemaker.mxnet import MXNet
from sagemaker.debugger import ProfilerConfig, ProfilerRule, rule_configs

profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=MXNet( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-profiling-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.7.0", 
    py_version="py37", 
     
    # SageMaker Debugger parameters 
    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)

Note

Para o MXNet, ao configurar o parâmetro profiler_config, você só pode configurar 
para monitoramento do sistema. As métricas da framework de criação de perfil não são 
suportadas pelo MXNet.

XGBoost

# An example of constructing a SageMaker XGBoost estimator
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import sagemaker
from sagemaker.xgboost.estimator import XGBoost
from sagemaker.debugger import ProfilerConfig, ProfilerRule, rule_configs

profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

estimator=XGBoost( 
    entry_point="directory/to/your_training_script.py", 
    role=sagemaker.get_execution_role(), 
    base_job_name="debugger-profiling-demo", 
    instance_count=1, 
    instance_type="ml.p3.2xlarge", 
    framework_version="1.5-1", 

    # Debugger-specific parameters 
    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)

Note

Para o XGBoost, ao configurar o parâmetro profiler_config, você só pode configurar 
para monitoramento do sistema. As métricas da framework de criação de perfil não são 
suportadas pelo XGBoost.

Generic estimator

# An example of constructing a SageMaker generic estimator using the XGBoost 
 algorithm base image
import boto3
import sagemaker
from sagemaker.estimator import Estimator
from sagemaker import image_uris
from sagemaker.debugger import ProfilerConfig, DebuggerHookConfig, Rule, 
 ProfilerRule, rule_configs
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profiler_config=ProfilerConfig(...)
rules=[ 
     ProfilerRule.sagemaker(rule_configs.BuiltInRule())
]

region=boto3.Session().region_name
xgboost_container=sagemaker.image_uris.retrieve("xgboost", region, "1.5-1")

estimator=Estimator( 
    role=sagemaker.get_execution_role() 
    image_uri=xgboost_container, 
    base_job_name="debugger-demo", 
    instance_count=1, 
    instance_type="ml.m5.2xlarge", 
     
    # Debugger-specific parameters 
    profiler_config=profiler_config, 
    rules=rules
)

estimator.fit(wait=False)

A seguir, são apresentadas breves descrições dos parâmetros.

• profiler_config — Configure o Debugger para coletar métricas do sistema e métricas da 
framework de seu trabalho de treinamento e salvar em seu URI seguro do bucket S3 ou na 
máquina local. Você pode definir com que frequência ou de forma flexível as métricas do sistema. 
Para saber como configurar a o parâmetro profiler_config, consulte Defina as configurações 
para a criação de perfil básico da utilização dos recursos do sistema e Configurar para criação de 
perfil de framework.

• rules — configure esse parâmetro para ativar as regras internas do SageMaker Debugger 
que você deseja executar em paralelo. Certifique-se de que seu trabalho de treinamento tenha 
acesso a esse bucket do S3. As regras são executadas em contêineres de processamento e 
analisam automaticamente seu trabalho de treinamento para encontrar problemas de desempenho 
computacional e operacional. A regra ProfilerReport é a regra mais integrada que executa todas 
as regras de criação de perfil integradas e salva os resultados da criação de perfil como um 
relatório em seu bucket seguro do S3. Para saber como configurar a o parâmetro rules, consulte
Configurar regras de criação de perfil integradas gerenciadas pelo Amazon SageMaker Debugger.
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Note

O Debugger salva com segurança os dados de saída em subpastas do seu bucket S3 
padrão. Por exemplo, o formato do URI padrão do bucket do S3 é s3://sagemaker-
<region>-<12digit_account_id>/<base-job-name>/<debugger-subfolders>/. 
Há três subpastas criadas pelo Debugger: debug-output, profiler-output e rule-
output. Você também pode recuperar os URIs padrão do bucket do S3 usando os métodos 
da classe estimadora do SageMaker

Consulte os tópicos a seguir para descobrir como configurar detalhadamente os parâmetros 
específicos do Debugger.

Tópicos

• Defina as configurações para a criação de perfil básico da utilização dos recursos do sistema

• Configurar para criação de perfil de framework

• Atualizando o monitoramento do sistema do Debugger e a configuração de criação de perfil da 
framework enquanto um trabalho de treinamento está em execução

• Desativar o Debugger

Defina as configurações para a criação de perfil básico da utilização dos recursos do sistema

Para ajustar o intervalo de tempo para coletar as métricas de utilização, use a operação da API
ProfilerConfig para criar um objeto de parâmetro ao criar uma framework do SageMaker ou um 
estimador genérico, dependendo da sua preferência.

Note

Por padrão, para todos os trabalhos de treinamento do SageMaker, o Debugger coleta 
métricas de utilização de recursos de instâncias do Amazon EC2 a cada 500 milissegundos 
para monitoramento do sistema, sem nenhum parâmetro específico do Debugger 
especificado nos estimadores do SageMaker.
O depurador salva as métricas do sistema no bucket do padrão do S3. O formato do URI 
padrão do bucket do S3 é s3://sagemaker-<region>-<12digit_account_id>/
<training-job-name>/profiler-output/.
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O exemplo de código a seguir mostra como configurar o parâmetro profiler_config com um 
intervalo de tempo de monitoramento do sistema de 1000 milissegundos.

from sagemaker.debugger import ProfilerConfig

profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=1000
)

• system_monitor_interval_millis (int) — Especifique os intervalos de monitoramento em 
milissegundos para registrar as métricas do sistema. Os valores disponíveis são 100, 200, 500, 
1000 (1 segundo), 5000 (5 segundos) e 60000 (1 minuto) milissegundos. O valor padrão é 500 
milissegundos.

Para ver o progresso do monitoramento do sistema, consulte Abra o painel do Amazon SageMaker 
Debugger Insights.

Configurar para criação de perfil de framework

Warning

Em favor do Amazon SageMaker Profiler, o SageMaker Debugger descontinua o recurso de 
criação de perfil da framework a partir do TensorFlow 2.11 e PyTorch 2.0. Você ainda pode 
usar o atributo nas versões anteriores das frameworks e dos SDKs da seguinte maneira.

• SageMaker Python SDK <= v2.130.0

• PyTorch >= v1.6.0, < v2.0

• TensorFlow >= v2.3.1, < v2.11

Consulte também 16 de março de 2023.

Para habilitar a criação de perfil da framework do Debugger, configure o parâmetro
framework_profile_params ao criar um estimador. O perfil da framework do Debugger coleta 
métricas da framework, como dados do estágio de inicialização, processos do carregador de 
dados, operadores Python de frameworks de aprendizado profundo e scripts de treinamento, perfis 
detalhados dentro e entre as etapas, com as opções cProfile ou Pyinstrument. Usando a classe
FrameworkProfile, você pode configurar opções de criação de perfil da framework personalizada.
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Note

Antes de começar com a criação de perfil da framework do Debugger, verifique se a 
framework usada para criar seu modelo é compatível com o Debugger para a criação de 
perfil da framework. Para obter mais informações, consulte Algoritmos e frameworks com 
suporte.
O Debugger salva as métricas da framework no bucket do padrão do S3. O formato do URI 
padrão do bucket do S3 é s3://sagemaker-<region>-<12digit_account_id>/
<training-job-name>/profiler-output/.

Iniciar um trabalho de treinamento com o perfil padrão da framework

O código de exemplo a seguir é a configuração de profiler_config parâmetros mais simples 
para iniciar o monitoramento padrão do sistema e a criação de perfil da framework padrão. A classe
FrameworkProfile no código de exemplo a seguir inicia o perfil padrão da framework quando um 
trabalho de treinamento é iniciado. O perfil da framework do depurador inclui as seguintes opções: 
perfil detalhado, perfil do carregador de dados e perfil do Python.

from sagemaker.debugger import ProfilerConfig, FrameworkProfile 
     
profiler_config=ProfilerConfig( 
    framework_profile_params=FrameworkProfile()
)

Com essa configuração de profiler_config parâmetros, o Debugger chama as configurações 
padrão de monitoramento e criação de perfil. O Debugger monitora as métricas do sistema a cada 
500 milissegundos; traça o perfil da quinta etapa com a opção de perfil detalhado; a sétima etapa 
com a opção de criação de perfil do carregador de dados; e a nona, décima e décima primeira 
etapas com a opção de criação de perfil do Python.

Para encontrar as opções de configuração de perfil disponíveis, as configurações de parâmetros 
padrão e exemplos de como configurá-las, consulte Inicie um trabalho de treinamento com o 
monitoramento padrão do sistema e a criação de perfil de framework personalizada com diferentes 
opções de criação de perfil SageMaker Debugger APIs — FrameworkProfile no Amazon SageMaker 
Python SDK.

Se você quiser alterar o intervalo de monitoramento do sistema e ativar o perfil da framework padrão, 
você pode especificar o system_monitor_interval_millis parâmetro explicitamente com o
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framework_profile_params parâmetro. Por exemplo, para monitorar a cada 1000 milissegundos 
e ativar o perfil padrão da framework, use o código de exemplo a seguir.

from sagemaker.debugger import ProfilerConfig, FrameworkProfile 
     
profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=1000, 
    framework_profile_params=FrameworkProfile()
)

Para obter mais informações sobre a classe FrameworkProfile, consulte SageMaker Debugger 
APIs — FrameworkProfile no Amazon SageMaker Python SDK.

Inicie um trabalho de treinamento com o monitoramento padrão do sistema e o perfil de framework 
personalizada para etapas específicas ou um intervalo de tempo alvo

Se você quiser especificar etapas ou intervalos de tempo desejados para traçar o perfil de seu 
trabalho de treinamento, precisará especificar parâmetros para a classe FrameworkProfile. Os 
exemplos de código a seguir mostram como especificar os intervalos de destino para a criação de 
perfil junto com o monitoramento do sistema.

• Para um intervalo de etapas de destino

Com o exemplo de configuração a seguir, o Debugger monitora todo o trabalho de treinamento a 
cada 500 milissegundos (o monitoramento padrão) e traça o perfil de um intervalo de etapas de 
destino da etapa 5 à etapa 15 (para 10 etapas).

from sagemaker.debugger import ProfilerConfig, FrameworkProfile 
     
profiler_config=ProfilerConfig( 
    framework_profile_params=FrameworkProfile(start_step=5, num_steps=10)
)

Com o exemplo de configuração a seguir, o Debugger monitora todo o trabalho de treinamento a 
cada 1.000 milissegundos e traça o perfil de um intervalo de etapas de destino da etapa 5 à etapa 
15 (para 10 etapas).

from sagemaker.debugger import ProfilerConfig, FrameworkProfile 
     
profiler_config=ProfilerConfig( 

Monitore a utilização AWS de recursos computacionais no Studio Classic SageMaker 3592

https://sagemaker.readthedocs.io/en/stable/api/training/debugger.html#sagemaker.debugger.FrameworkProfile
https://sagemaker.readthedocs.io/en/stable/api/training/debugger.html#sagemaker.debugger.FrameworkProfile
https://sagemaker.readthedocs.io


Amazon SageMaker Guia do Desenvolvedor

    system_monitor_interval_millis=1000, 
    framework_profile_params=FrameworkProfile(start_step=5, num_steps=10)
)

• Para um intervalo de tempo de destino

Com o exemplo de configuração a seguir, o Debugger monitora todo o trabalho de treinamento a 
cada 500 milissegundos (o monitoramento padrão) e cria perfis de um intervalo de tempo alvo do 
horário Unix atual por 600 segundos.

import time
from sagemaker.debugger import ProfilerConfig, FrameworkProfile

profiler_config=ProfilerConfig( 
    framework_profile_params=FrameworkProfile(start_unix_time=int(time.time()), 
 duration=600)
)

Com o exemplo de configuração a seguir, o Debugger monitora todo o trabalho de treinamento a 
cada 1.000 milissegundos e traça o perfil de um intervalo de tempo alvo do horário Unix atual por 
600 segundos.

import time
from sagemaker.debugger import ProfilerConfig, FrameworkProfile

profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=1000, 
    framework_profile_params=FrameworkProfile(start_unix_time=int(time.time()), 
 duration=600)
)

A criação de perfil da framework é executada para todas as opções de criação de perfil na etapa 
ou intervalo de tempo de destino.

Para encontrar mais informações sobre as opções de criação de perfil disponíveis, consulte APIs 
do SageMaker Debugger – FrameworkProfile no Amazon SageMaker Python SDK.

A próxima seção mostra como criar um script para as opções de criação de perfil disponíveis.
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Inicie um trabalho de treinamento com o monitoramento padrão do sistema e a criação de perfil de 
framework personalizada com diferentes opções de criação de perfil

Você pode usar as seguintes classes de configuração de criação de perfil para gerenciar as opções 
de criação de perfil da framework:

• DetailedProfilingConfig — Especifique uma etapa ou intervalo de tempo de destino para criar 
o perfil das operações da framework usando os criadores de perfil nativos da framework (perfil 
TensorFlow e perfil PyTorch). Por exemplo, se estiver usando o TensorFlow, os ganchos 
do Debugger permitem que o criador de perfil do TensorFlow colete métricas de framework 
específicas do TensorFlow. A criação de perfil detalhada permite traçar o perfil de todos os 
operadores da framework em uma etapa prévia (antes da primeira etapa), dentro das etapas e 
entre as etapas de um trabalho de treinamento.

Note

O perfil detalhado pode aumentar significativamente o consumo de memória da GPU. Não 
recomendamos ativar a criação de perfil detalhado por mais de algumas etapas.

• DataLoaderProfilingConfig — Especifique uma etapa ou intervalo de tempo de destino para 
traçar o perfil dos processos do carregador de dados da framework de aprendizado profundo. O 
Debugger coleta todos os eventos do carregador de dados das frameworks.

Note

O perfil do carregador de dados pode diminuir o desempenho do treinamento ao coletar 
informações dos carregadores de dados. Não recomendamos ativar o perfil do carregador 
de dados para mais do que algumas etapas.
O depurador é pré-configurado para anotar os processos do carregador de dados somente 
para os contêineres de aprendizado profundo AWS. O Debugger não pode criar o perfil 
dos processos do carregador de dados de nenhum outro contêiner de treinamento 
personalizado ou externo.

• PythonProfilingConfig — Especifique uma etapa ou intervalo de tempo de destino para criar o 
perfil das funções do Python. Você também pode escolher entre dois criadores de perfil do Python: 
CProfile e Pyinstrument.

• cProfile — O criador de perfil padrão do Python. O cProfile coleta informações para cada 
operador do Python chamado durante o treinamento. Com o CProfile, o Debugger economiza 
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tempo cumulativo e anotações para cada chamada de função, fornecendo detalhes completos 
sobre as funções do Python. No aprendizado profundo, por exemplo, as funções mais 
frequentemente chamadas podem ser os filtros convolucionais e os operadores de passagem 
inversa, e o CProfile traça o perfil de cada um deles. Para a opção cProfile, você pode 
selecionar ainda mais uma opção de temporizador: tempo total, tempo de CPU e tempo 
fora da CPU. Embora você possa criar o perfil de cada chamada de função executada em 
processadores (CPU e GPU) no tempo de CPU, você também pode identificar gargalos de E/S 
ou de rede com a opção de tempo fora da CPU. O padrão é o tempo total, e o Debugger traça 
o perfil do tempo da CPU e do tempo fora da CPU. Com o cProfile, você pode detalhar todas as 
funções ao analisar os dados do perfil.

• Pyinstrument — Pyinstrument é um criador de perfil Python de baixa sobrecarga que funciona 
com base em amostragem. Com a opção Pyinstrument, o Debugger coleta amostras de eventos 
de criação de perfil a cada milissegundo. Como o Pyinstrument mede o tempo decorrido do 
relógio em vez do tempo da CPU, a opção Pyinstrument pode ser uma escolha melhor em 
relação à opção cProfile para reduzir o ruído de criação de perfil (filtrando chamadas de função 
irrelevantes que são cumulativamente rápidas) e capturar operadores que realmente exigem 
muita computação (cumulativamente lento) para treinar seu modelo. Com o Pyinstrument, você 
pode ver uma árvore de chamadas de função e entender melhor a estrutura e a causa raiz da 
lentidão.

Note

A ativação da criação de perfil do Python pode diminuir o tempo geral de treinamento. O 
cProfile traça o perfil dos operadores do Python mais frequentemente chamados em cada 
chamada, portanto, o tempo de processamento na criação de perfil aumenta em relação 
ao número de chamadas. Para Pyinstrument, o tempo cumulativo de criação de perfil 
aumenta em relação ao tempo devido ao seu mecanismo de amostragem.

O exemplo de configuração a seguir mostra a estrutura completa quando você usa as diferentes 
opções de criação de perfil com valores especificados.

import time
from sagemaker.debugger import (ProfilerConfig,  
                                FrameworkProfile,  
                                DetailedProfilingConfig,  
                                DataloaderProfilingConfig,  
                                PythonProfilingConfig, 
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                                PythonProfiler, cProfileTimer)

profiler_config=ProfilerConfig( 
    system_monitor_interval_millis=500, 
    framework_profile_params=FrameworkProfile( 
        detailed_profiling_config=DetailedProfilingConfig( 
            start_step=5,  
            num_steps=1
        ), 
        dataloader_profiling_config=DataloaderProfilingConfig( 
            start_step=7,  
            num_steps=1
        ), 
        python_profiling_config=PythonProfilingConfig( 
            start_step=9,  
            num_steps=1,  
            python_profiler=PythonProfiler.CPROFILE,  
            cprofile_timer=cProfileTimer.TOTAL_TIME
        ) 
    )
)

Para obter mais informações sobre as opções de criação de perfil disponíveis, consulte
DetailedProfilingConfig, DataloaderProfilingConfig r PythonProfilingConfig no Amazon SageMaker 
Python SDK.

Atualizando o monitoramento do sistema do Debugger e a configuração de criação de perfil da 
framework enquanto um trabalho de treinamento está em execução

Se você deseja ativar ou atualizar a configuração de monitoramento do Debugger para um trabalho 
de treinamento que está em execução no momento, use os seguintes métodos de extensão do 
estimador SageMaker:

• Para ativar o monitoramento do sistema Debugger para um trabalho de treinamento em execução 
e receber um relatório de criação de perfil do Debugger, use o seguinte:

estimator.enable_default_profiling()

Quando você usa o enable_default_profiling método, o Debugger inicia o monitoramento 
padrão do sistema e a regra ProfileReport incorporada, que gera um relatório abrangente 
de criação de perfil no final do trabalho de treinamento. Esse método só pode ser chamado se o 
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trabalho de treinamento atual estiver sendo executado sem o monitoramento e a criação de perfil 
do Debugger.

Para obter mais informações, consulte estimator.enable_default_profiling no Amazon SageMaker 
Python SDK.

• Para atualizar a configuração de monitoramento do sistema, use o seguinte:

estimator.update_profiler( 
    system_monitor_interval_millis=500
)

Para obter mais informações, consulte estimator.update_profiler no Amazon SageMaker Python 
SDK.

Desativar o Debugger

Se quiser desativar completamente o Debugger, execute uma das seguintes ações:

• Antes de iniciar um trabalho de treinamento, faça o seguinte:

Para interromper a criação de perfil, inclua o parâmetro disable_profiler em seu estimador e 
defina-o como True.

Warning

Se você desativá-lo, não poderá visualizar o painel abrangente de insights do Studio 
Debugger e o relatório de criação de perfil gerado automaticamente.

Para interromper a depuração, defina o parâmetro debugger_hook_config como False.

Warning

Se desativá-lo, você não poderá coletar os tensores de saída e não poderá depurar os 
parâmetros do seu modelo.

estimator=Estimator( 
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    ... 
    disable_profiler=True 
    debugger_hook_config=False
)

Para obter mais informações sobre os parâmetros específicos do Debugger, consulte Estimator do 
SageMaker no Amazon SageMaker Python SDK.

• Enquanto um trabalho de treinamento estiver em execução, faça o seguinte:

Para desativar o monitoramento e a criação de perfil durante a execução do trabalho de 
treinamento, use o seguinte método de classe estimador:

estimator.disable_profiling()

Para desativar somente a criação de perfil da framework e manter o monitoramento do sistema, 
use o método update_profiler:

estimator.update_profiler(disable_framework_metrics=true)

Para obter mais informações sobre os métodos de extensão do estimador, consulte os métodos 
de classe estimator.disable_profiling e estimator.update_profiler na documentação do Amazon 
SageMaker Python SDK .

Configurar regras de criação de perfil integradas gerenciadas pelo Amazon 
SageMaker Debugger

As regras de criação de perfil integradas do Amazon SageMaker Debugger analisam métricas do 
sistema e operações de estrutura coletadas durante o treinamento de um modelo. O Debugger 
oferece a operação de API ProfilerRule que ajuda a configurar as regras para monitorar os 
recursos e operações de computação de treinamento e detectar anomalias. Por exemplo, as regras 
de criação de perfil podem ajudá-lo a detectar se há problemas computacionais, como gargalos na 
CPU, tempo de espera excessivo de E/S, carga de trabalho desequilibrada entre os funcionários 
da GPU e subutilização de recursos computacionais. Para obter uma lista completa das regras de 
criação de perfil disponíveis, consulte Lista de regras integradas do perfilador do Debugger.
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Note

As regras integradas são fornecidas por meio dos contêineres de processamento do Amazon 
SageMaker e totalmente gerenciadas pelo SageMaker Debugger sem custo adicional. Para 
obter mais informações sobre faturamento, consulte a página de Definição de preços do 
Amazon SageMaker.

Nos tópicos a seguir, aprenda a usar as regras integradas do Debugger.

Tópicos

• Use as regras de criação de perfil integradas do SageMaker Debugger com suas configurações de 
parâmetros padrão

• Use as regras de criação de perfil integradas do Debugger com valores de parâmetros 
personalizados

Use as regras de criação de perfil integradas do SageMaker Debugger com suas configurações de 
parâmetros padrão

Para adicionar regras integradas do SageMaker Debugger em seu estimador, você precisa 
configurar um objeto de lista rules. O código de exemplo a seguir mostra a estrutura básica da 
listagem das regras integradas do SageMaker Debugger.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules=[ 
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_1()), 
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_2()), 
    ... 
    ProfilerRule.sagemaker(rule_configs.BuiltInProfilerRuleName_n()), 
    ... # You can also append more debugging rules in the 
 Rule.sagemaker(rule_configs.*()) format.
]

estimator=Estimator( 
    ... 
    rules=rules
)
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Para obter uma lista completa das regras integradas, consulte Lista de regras integradas do 
perfilador do Debugger.

Para usar as regras de criação de perfil e inspecionar o desempenho computacional e o progresso 
do seu trabalho de treinamento, adicione a regra ProfilerReport do SageMaker Debugger. Essa 
regra ativa todas as regras integradas da família Debugger ProfileRule ProfilerRule. Além disso, 
essa regra gera um relatório agregado de criação de perfil. Para obter mais informações, consulte
Relatório de criação de perfil gerado usando o SageMaker Debugger. Você pode usar o código a 
seguir para adicionar a regra do relatório de criação de perfil ao seu estimador de treinamento.

from sagemaker.debugger import Rule, rule_configs

rules=[ 
    ProfilerRule.sagemaker(rule_configs.ProfilerReport())
]

Quando você inicia o trabalho de treinamento com a regra ProfilerReport, o Debugger coleta 
dados de utilização de recursos a cada 500 milissegundos. O Debugger analisa a utilização de 
recursos para identificar se seu modelo está com problemas de gargalo. Se as regras detectarem 
anomalias de treinamento, o status de avaliação da regra mudará para IssueFound. Você pode 
configurar ações automatizadas, como notificar problemas de treinamento e interromper trabalhos de 
treinamento usando o Amazon CloudWatch Events e AWS Lambda. Para obter mais informações, 
consulte Ação nas regras do Amazon SageMaker Debugger.

Use as regras de criação de perfil integradas do Debugger com valores de parâmetros 
personalizados

Se você quiser ajustar os valores dos parâmetros da regra integrada e personalizar o regex da 
coleção de tensores, configure os parâmetros base_config e rule_parameters para os métodos 
da classe ProfilerRule.sagemaker e Rule.sagemaker. No caso dos métodos de classe
Rule.sagemaker, você também pode personalizar coleções de tensores por meio do parâmetro
collections_to_save. Para obter instruções sobre como usar a classe CollectionConfig, 
consulte Configurar coleções de tensores usando a API CollectionConfig.

Use o modelo de configuração a seguir para regras integradas para personalizar os valores dos 
parâmetros. Ao alterar os parâmetros da regra conforme desejar, você pode ajustar a sensibilidade 
das regras a serem iniciadas.

• O argumento base_config é onde você chama os métodos de regras integradas.
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• O argumento rule_parameters é ajustar os valores-chave padrão das regras integradas 
listadas em Lista de regras integradas do perfilador do Debugger.

Para obter mais informações sobre a classe de regra, os métodos e os parâmetros, consulte a classe 
de regra do Amazon SageMaker Debugger no Amazon SageMaker Python SDK.

from sagemaker.debugger import Rule, ProfilerRule, rule_configs, CollectionConfig

rules=[ 
    ProfilerRule.sagemaker( 
        base_config=rule_configs.BuiltInProfilerRuleName(), 
        rule_parameters={ 
                "key": "value" 
        } 
    )
]

As descrições dos parâmetros e os exemplos de personalização de valores são fornecidos para cada 
regra em Lista de regras integradas do perfilador do Debugger.

Para uma configuração JSON de baixo nível das regras integradas do Debugger usando a API
CreateTrainingJob, consulte Configurar o Debugger usando a API do Amazon SageMaker.

Lista de regras integradas do perfilador do Debugger

Use as regras integradas do perfilador do Debugger fornecidas pelo Amazon SageMaker Debugger 
e analise as métricas coletadas durante o treinamento de seus modelos. As regras internas do 
Debugger monitoram várias condições comuns que são críticas para o sucesso da execução de 
um trabalho de treinamento de desempenho. Você pode chamar as regras integradas do perfilador 
usando o Amazon SageMaker Python SDK ou as operações de API do SageMaker de baixo 
nível. Não há custo adicional para usar as regras integradas. Para obter mais informações sobre 
faturamento, consulte a página de Definição de preços do Amazon SageMaker.

Note

O número máximo de regras integradas do perfilador que você pode anexar a um trabalho 
de treinamento é 20. O SageMaker Debugger gerencia totalmente as regras integradas e 
analisa seu trabalho de treinamento de forma síncrona.
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Important

Para usar os novos atributos do Debugger, você precisa atualizar o SageMaker Python 
SDK e a biblioteca de cliente do SMDebug. No kernel do IPython, no caderno Jupyter ou no 
ambiente do JupyterLab, execute o código a seguir para instalar as versões mais recentes 
das bibliotecas e reiniciar o kernel.

import sys
import IPython
!{sys.executable} -m pip install -U sagemaker smdebug
IPython.Application.instance().kernel.do_shutdown(True)

Regras do perfilador

As regras a seguir são as regras integradas do Debugger que podem ser chamadas usando o 
método de classe ProfilerRule.sagemaker.

Regra integrada do depurador para gerar o relatório de criação de perfil

Escopo de validade Regras integradas

Relatório de criação de perfil para qualquer 
trabalho de treinamento do SageMaker

• ProfilerReport

Regras integradas do depurador para definir o perfil da utilização dos recursos do sistema de 
hardware (métricas do sistema)

Escopo de validade Regras integradas

Regras genéricas de monitoramento do 
sistema para qualquer trabalho de treinamento 
do SageMaker

• BatchSize

• CPUBottleneck

• GPUMemoryIncrease

• IOBottleneck

• LoadBalancing

• LowGPUUtilization

• OverallSystemUsage
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Regras integradas do Debugger para criar perfis de métricas da framework

Escopo de validade Regras integradas

Regras de criação de perfil para frameworks de 
aprendizado profundo (TensorFlow e PyTorch)

• MaxInitializationTime

• OverallFrameworkMetrics

• StepOutlier

Warning

Em favor do Amazon SageMaker Profiler, o SageMaker Debugger descontinua o recurso de 
criação de perfil da framework a partir do TensorFlow 2.11 e PyTorch 2.0. Você ainda pode 
usar o atributo nas versões anteriores das frameworks e dos SDKs da seguinte maneira.

• SageMaker Python SDK <= v2.130.0

• PyTorch >= v1.6.0, < v2.0

• TensorFlow >= v2.3.1, < v2.11

Consulte também 16 de março de 2023.

Para usar as regras integradas com valores de parâmetros padrão, use o seguinte formato de 
configuração:

from sagemaker.debugger import Rule, ProfilerRule, rule_configs

rules = [ 
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_1()), 
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_2()), 
    ... 
    ProfilerRule.sagemaker(rule_configs.BuiltInRuleName_n())
]

Para usar as regras integradas com valores de parâmetros personalizados, use o seguinte formato 
de configuração:

from sagemaker.debugger import Rule, ProfilerRule, rule_configs
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rules = [ 
    ProfilerRule.sagemaker( 
        base_config=rule_configs.BuiltInRuleName(), 
        rule_parameters={ 
                "key": "value" 
        } 
    )
]

Para encontrar as chaves disponíveis para o parâmetro rule_parameters, consulte as tabelas de 
descrição de parâmetros.

Exemplos de códigos de configuração de regras são fornecidos para cada regra integrada abaixo 
das tabelas de descrição de parâmetros.

• Para obter instruções completas e exemplos de uso das regras integradas do Debugger, consulte
Código de exemplo de regras integradas do depurador.

• Para obter instruções completas sobre como usar as regras integradas com as operações de 
API de baixo nível do SageMaker, consulte Configurar o Debugger usando a API do Amazon 
SageMaker.

ProfilerReport

A regra ProfilerReport invoca todas as regras integradas de monitoramento e criação de perfil. Ele 
cria um relatório de criação de perfil e é atualizado quando as regras individuais são acionadas. Você 
pode baixar um relatório de criação de perfil abrangente enquanto um trabalho de treinamento está 
em execução ou após a conclusão do trabalho de treinamento. Você pode ajustar os valores dos 
parâmetros da regra para personalizar a sensibilidade das regras integradas de monitoramento e 
criação de perfil. O código de exemplo a seguir mostra o formato básico para ajustar os parâmetros 
de regra integrada por meio da regra ProfilerReport.

rules=[ 
    ProfilerRule.sagemaker( 
        rule_configs.ProfilerReport( 
             <BuiltInRuleName>_<parameter_name> = value
        ) 
    )   
]
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Se você acionar essa regra ProfilerReport sem nenhum parâmetro personalizado, conforme 
mostrado no código de exemplo a seguir, a regra ProfilerReport acionará todas as regras integradas 
para monitoramento e criação de perfil com seus valores de parâmetros padrão.

rules=[ProfilerRule.sagemaker(rule_configs.ProfilerReport())]

O código de exemplo a seguir mostra como especificar e ajustar o parâmetro da regra 
CPUBottleNeck e o cpu_threshold parâmetro da regra IOBottleNeck threshold.

rules=[ 
    ProfilerRule.sagemaker( 
        rule_configs.ProfilerReport( 
             CPUBottleneck_cpu_threshold = 90, 
             IOBottleneck_threshold = 90
        ) 
    )   
]

Para explorar o que está no relatório do perfilador, consulte Relatório de criação de perfil do
SageMaker Debugger. Além disso, como essa regra ativa todas as regras de criação de perfil, você 
também pode verificar o status da análise da regra usando a interface do usuário do SageMaker
Debugger no SageMaker Studio Experiments.

Descrições de parâmetros para a regra OverallSystemUsage

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

<BuiltInRuleName>_<paramete 
r_name>

Parâmetro personalizável para ajustar 
os limites de outras regras integradas de 
monitoramento e criação de perfil.

Opcional
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Nome do parâmetro Descrição

Valor padrão: None

BatchSize

A regra BatchSize ajuda a detectar se a GPU está subutilizada devido ao pequeno tamanho do lote. 
Para detectar esse problema, essa regra monitora a utilização média da CPU, a utilização da GPU 
e a utilização de memória da GPU. Se a utilização na memória de CPU, GPU e GPU for baixa, em 
média, isso pode indicar que o trabalho de treinamento pode ser executado em um tipo de instância 
menor ou em um lote maior. Essa análise não funciona para frameworks que superalocam muito a 
memória. No entanto, aumentar o tamanho do lote pode causar problemas no processamento ou no 
carregamento de dados, pois é necessário mais tempo de pré-processamento de dados em cada 
iteração.

Descrições de parâmetros para a regra BatchSize

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

cpu_threshold_p95 Define o limite para o 95º quantil de utilização 
da CPU em porcentagem.

Opcional

Valores válidos: inteiro

Valor padrão: 70 (em porcentagem)

gpu_threshold_p95 Define o limite para o 95º quantil de utilização 
da GPU em porcentagem.
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Nome do parâmetro Descrição

Opcional

Valores válidos: inteiro

Valor padrão: 70 (em porcentagem)

gpu_memory_threshold_p95 Define o limite para o 95º quantil de utilização 
de memória da GPU em porcentagem.

Opcional

Valores válidos: inteiro

Valores padrão: 70 (em porcentagem)

patience Define o número de pontos de dados a serem 
ignorados até que a regra inicie a avaliação. As 
primeiras etapas dos trabalhos de treinamen 
to geralmente mostram um alto volume de 
processos de dados, portanto, mantenha a 
regra paciente e evite que ela seja invocada 
muito cedo com um determinado número de 
dados de perfil que você especifica com esse 
parâmetro.

Opcional

Valores válidos: inteiro

Valores padrão: 100

window Tamanho da janela para calcular quantis.

Opcional

Valores válidos: inteiro

Valores padrão: 500
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Nome do parâmetro Descrição

scan_interval_us Intervalo de tempo em que os arquivos da linha 
do tempo são digitalizados.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

CPUBottleneck

A regra CPUBottleneck ajuda a detectar se a GPU está subutilizada devido a problemas da CPU. A 
regra retornará True se o número de problemas da CPU exceder um limite predefinido.

Descrições de parâmetros para a regra CPUBottleneck

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

threshold Define o limite para a proporção do tempo 
problemático em relação ao tempo total 
de treinamento. Se a proporção exceder a 
porcentagem especificada para o parâmetro 
de limite, a regra alterna o status da regra para 
Verdadeiro.

Opcional

Valores válidos: inteiro
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Nome do parâmetro Descrição

Valor padrão: 50 (em porcentagem)

gpu_threshold Um limite que define a baixa utilização da GPU.

Opcional

Valores válidos: inteiro

Valor padrão: 10 (em porcentagem)

cpu_threshold Um limite que define a alta utilização da CPU.

Opcional

Valores válidos: inteiro

Valores padrão: 90 (em porcentagem)

patience Define o número de pontos de dados a serem 
ignorados até que a regra inicie a avaliação. As 
primeiras etapas dos trabalhos de treinamen 
to geralmente mostram um alto volume de 
processos de dados, portanto, mantenha a 
regra paciente e evite que ela seja invocada 
muito cedo com um determinado número de 
dados de perfil que você especifica com esse 
parâmetro.

Opcional

Valores válidos: inteiro

Valores padrão: 100
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Nome do parâmetro Descrição

scan_interval_us Intervalo de tempo com o qual os arquivos da 
linha do tempo são digitalizados.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

GPUMemoryIncrease

A regra GPUMemoryIncrease ajuda a detectar um grande aumento no uso de memória nas GPUs.

Descrições de parâmetros para a regra GPUMemoryIncrease

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

increase Define o limite para o aumento absoluto da 
memória.

Opcional

Valores válidos: inteiro

Valor padrão: 10 (em porcentagem)

patience Define o número de pontos de dados a serem 
ignorados até que a regra inicie a avaliação. As 
primeiras etapas dos trabalhos de treinamen 
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Nome do parâmetro Descrição

to geralmente mostram um alto volume de 
processos de dados, portanto, mantenha a 
regra paciente e evite que ela seja invocada 
muito cedo com um determinado número de 
dados de perfil que você especifica com esse 
parâmetro.

Opcional

Valores válidos: inteiro

Valores padrão: 100

window Tamanho da janela para calcular quantis.

Opcional

Valores válidos: inteiro

Valores padrão: 500

scan_interval_us Intervalo de tempo em que os arquivos da linha 
do tempo são digitalizados.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

IOBottleneck

Essa regra ajuda a detectar se a GPU está subutilizada devido a gargalos de E/S de dados. A regra 
retornará True se o número de problemas de E/S exceder um limite predefinido.
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Descrições de parâmetros para a regra IOBottleNeck

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

threshold Define o limite em que a regra retornará 
Verdadeiro.

Opcional

Valores válidos: inteiro

Valor padrão: 50 (em porcentagem)

gpu_threshold Um limite que define quando a GPU é 
considerada subutilizada.

Opcional

Valores válidos: inteiro

Valor padrão: 70 (em porcentagem)

io_threshold Um limite que define um alto tempo de espera 
de E/S.

Opcional

Valores válidos: inteiro

Valores padrão: 50 (em porcentagem)

patience Define o número de pontos de dados a serem 
ignorados até que a regra inicie a avaliação. As 
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Nome do parâmetro Descrição

primeiras etapas dos trabalhos de treinamen 
to geralmente mostram um alto volume de 
processos de dados, portanto, mantenha a 
regra paciente e evite que ela seja invocada 
muito cedo com um determinado número de 
dados de perfil que você especifica com esse 
parâmetro.

Opcional

Valores válidos: inteiro

Valores padrão: 1000

scan_interval_us Intervalo de tempo em que os arquivos da linha 
do tempo são digitalizados.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

LoadBalancing

A regra de LoadBalancing de carga ajuda a detectar problemas no balanceamento da workload entre 
várias GPUs.

Descrições de parâmetros para a regra de balanceamento de carga

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.
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Nome do parâmetro Descrição

Obrigatório

Valores válidos: string

threshold Define a porcentagem da workload.

Opcional

Valores válidos: inteiro

Valor padrão: 0.5 (proporção sem unidade)

patience Define o número de pontos de dados a serem 
ignorados até que a regra inicie a avaliação. As 
primeiras etapas dos trabalhos de treinamen 
to geralmente mostram um alto volume de 
processos de dados, portanto, mantenha a 
regra paciente e evite que ela seja invocada 
muito cedo com um determinado número de 
dados de perfil que você especifica com esse 
parâmetro.

Opcional

Valores válidos: inteiro

Valores padrão: 10

scan_interval_us Intervalo de tempo em que os arquivos da linha 
do tempo são digitalizados.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)
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LowGPUUtilization

A regra LowGPUUtilization ajuda a detectar se a utilização da GPU é baixa ou sofre flutuações. Isso 
é verificado para cada GPU em cada operador. A regra retorna True se o 95º quantil estiver abaixo 
do threshold_p95, o que indica subutilização. A regra retorna verdadeira se o 95º quantil estiver 
acima do threshold_p95 e o 5º quantil estiver abaixo do threshold_p5, o que indica flutuações.

Descrições de parâmetros para a regra LowGPUUtilization

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

threshold_p95 Um limite para o 95º quantil abaixo do qual a 
GPU é considerada subutilizada.

Opcional

Valores válidos: inteiro

Valor padrão: 70 (em porcentagem)

threshold_p5 Um limite para o 5º quantil. O valor padrão é 
10%.

Opcional

Valores válidos: inteiro

Valores padrão: 10 (em porcentagem)

patience Define o número de pontos de dados a serem 
ignorados até que a regra inicie a avaliação. As 
primeiras etapas dos trabalhos de treinamen 
to geralmente mostram um alto volume de 
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Nome do parâmetro Descrição

processos de dados, portanto, mantenha a 
regra paciente e evite que ela seja invocada 
muito cedo com um determinado número de 
dados de perfil que você especifica com esse 
parâmetro.

Opcional

Valores válidos: inteiro

Valores padrão: 1000

window Tamanho da janela para calcular quantis.

Opcional

Valores válidos: inteiro

Valores padrão: 500

scan_interval_us Intervalo de tempo em que os arquivos da linha 
do tempo são digitalizados.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

OverallSystemUsage

A regra OverallSystemUsage mede o uso geral do sistema por nó de processamento. Atualmente, a 
regra agrega apenas valores por nó e calcula seus percentis.
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Descrições de parâmetros para a regra OverallSystemUsage

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

scan_interval_us Intervalo de tempo para verificar arquivos da 
linha do tempo.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

MaxInitializationTime

A regra MaxInitializationTime ajuda a detectar se a inicialização do treinamento está demorando 
muito. A regra espera até que a primeira etapa esteja disponível.

Descrições de parâmetros para a regra MaxInitializationTime

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string
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Nome do parâmetro Descrição

threshold Define o limite em minutos para aguardar a 
disponibilidade da primeira etapa.

Opcional

Valores válidos: inteiro

Valor padrão: 20 (em minutos)

scan_interval_us Intervalo de tempo com o qual os arquivos da 
linha do tempo são digitalizados.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

OverallFrameworkMetrics

A regra OverallFrameworkMetrics resume o tempo gasto nas métricas da framework, como 
passagem para frente e para trás e carregamento de dados.

Descrições de parâmetros para a regra OverallFrameworkMetrics

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

scan_interval_us Intervalo de tempo para verificar arquivos da 
linha do tempo.
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Nome do parâmetro Descrição

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

StepOutlier

A regra StepOutlier ajuda a detectar valores discrepantes nas durações das etapas. Essa regra 
retorna True se houver valores discrepantes com durações de etapas maiores que stddev sigmas 
de todas as durações de etapas em um intervalo de tempo.

Descrições de parâmetros da regra StepOutlier

Nome do parâmetro Descrição

base_trial O nome do trabalho de treinamento de teste 
básico. Esse parâmetro é definido automatic 
amente para o trabalho de treinamento atual 
pelo Amazon SageMaker Debugger.

Obrigatório

Valores válidos: string

stddev Define um fator pelo qual multiplicar o desvio 
padrão. Por exemplo, a regra é invocada por 
padrão quando a duração de uma etapa é 
maior ou menor que 5 vezes o desvio padrão.

Opcional

Valores válidos: inteiro

Valor padrão: 5 (em minutos)

mode Modo sob o qual as etapas foram salvas e em 
qual Regra deve ser executada. Por padrão, 
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Nome do parâmetro Descrição

a regra será executada nas etapas das fases 
EVAL e TRAIN

Opcional

Valores válidos: inteiro

Valor padrão: 5 (em minutos)

n_outliers Quantos valores discrepantes devem ser 
ignorados antes que a regra retorne Verdadeiro

Opcional

Valores válidos: inteiro

Valor padrão: 10

scan_interval_us Intervalo de tempo com o qual os arquivos da 
linha do tempo são digitalizados.

Opcional

Valores válidos: inteiro

Valores padrão: 60000000 (em microsseg 
undos)

Interface do SageMaker usuário do Amazon Debugger no Amazon Studio Classic 
Experiments SageMaker

Use o painel do Amazon SageMaker Debugger Insights no Amazon SageMaker Studio Classic 
Experiments para analisar o desempenho do seu modelo e os gargalos do sistema enquanto executa 
trabalhos de treinamento em instâncias do Amazon Elastic Compute Cloud (Amazon EC2). Obtenha 
insights sobre seus trabalhos de treinamento e melhore o desempenho e a precisão do treinamento 
do modelo com os painéis do Debugger. Por padrão, o Debugger monitora as métricas do sistema 
(CPU, GPU, memória da GPU, rede e E/S de dados) a cada 500 milissegundos e tensores de saída 
básicos (perda e precisão) a cada 500 iterações para trabalhos de treinamento. Você também 
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pode personalizar ainda mais os valores dos parâmetros de configuração do Debugger e ajustar os 
intervalos de salvamento por meio da interface do usuário do Studio Classic ou usando o SDK do 
Amazon Python. SageMaker

Important

Se você estiver usando um aplicativo Studio Classic existente, exclua o aplicativo e reinicie 
para usar os recursos mais recentes do Studio Classic. Para obter instruções sobre como 
reiniciar e atualizar seu ambiente Studio Classic, consulte Atualizar o Amazon SageMaker 
Studio Classic.

Tópicos

• Abra o painel do Amazon SageMaker Debugger Insights

• SageMaker Controlador de painel do Amazon Debugger Insights

• Explore o painel do Amazon SageMaker Debugger Insights

• Encerre a instância do Amazon SageMaker Debugger Insights

Abra o painel do Amazon SageMaker Debugger Insights

No painel do SageMaker Debugger Insights no Studio Classic, você pode ver as informações sobre 
a utilização dos recursos computacionais, a utilização dos recursos e o gargalo do sistema do 
seu trabalho de treinamento executado nas instâncias do Amazon EC2 em tempo real e após os 
treinamentos

Note

O painel do SageMaker Debugger Insights executa um aplicativo Studio Classic em uma
ml.m5.4xlarge instância para processar e renderizar as visualizações. Cada guia 
SageMaker do Debugger Insights executa uma sessão do kernel do Studio Classic. Várias 
sessões do kernel para várias guias do SageMaker Debugger Insights são executadas em 
uma única instância. Quando você fecha uma guia do SageMaker Debugger Insights, a 
sessão correspondente do kernel também é fechada. O aplicativo Studio Classic permanece 
ativo e acumula cobranças pelo uso da ml.m5.4xlarge instância. Para obter informações 
sobre preços, consulte a página de  SageMaker preços da Amazon.
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Important

Ao terminar de usar o painel do SageMaker Debugger Insights, você deve desligar a
ml.m5.4xlarge instância para evitar o acúmulo de cobranças. Para obter instruções sobre 
como desligar a instância, consulte Encerre a instância do Amazon SageMaker Debugger 
Insights.

Para abrir o painel do SageMaker Debugger Insights

1. Na página inicial do Studio Classic, escolha Experimentos no painel de navegação esquerdo.

2. Pesquise seu emprego de treinamento na página Experimentos. Se seu trabalho de treinamento 
estiver configurado com uma execução de Experimentos, o trabalho deverá aparecer na guia
Experimentos; se você não configurou uma execução de Experimentos, o trabalho deverá 
aparecer na guia Execuções não atribuídas.

3. Escolha (clique) no link do nome do trabalho de treinamento para ver os detalhes do trabalho.

4. No menu VISÃO GERAL, escolha Depurador. Isso deve mostrar as duas seções a seguir.

• Na seção Regras do depurador, você pode pesquisar o status das regras internas do 
depurador associadas ao trabalho de treinamento.

• Na seção Debugger Insights, você pode encontrar links para abrir o SageMaker Debugger 
Insights no painel.

5. Na seção SageMaker Debugger Insights, escolha o link do nome do trabalho de treinamento 
para abrir o painel do SageMaker Debugger Insights. Isso abre uma janela Debug [your-training-
job-name]. Nessa janela, o Debugger fornece uma visão geral do desempenho computacional 
do seu trabalho de treinamento nas instâncias do Amazon EC2 e ajuda a identificar problemas 
na utilização de recursos computacionais.

Você também pode baixar um relatório de criação de perfil agregado adicionando a
ProfilerReportregra integrada do Debugger. SageMaker Para obter mais informações, consulte
Configurar regras incorporadas do profiler e relatório de criação de perfil gerado usando SageMaker 
o Debugger.

SageMaker Controlador de painel do Amazon Debugger Insights

Existem diferentes componentes do controlador Debugger para monitoramento e criação de perfil. 
Neste guia, você aprende sobre os componentes do controlador Debugger.
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Note

O painel do SageMaker Debugger Insights executa um aplicativo Studio Classic em uma
ml.m5.4xlarge instância para processar e renderizar as visualizações. Cada guia 
SageMaker do Debugger Insights executa uma sessão do kernel do Studio Classic. Várias 
sessões do kernel para várias guias do SageMaker Debugger Insights são executadas em 
uma única instância. Quando você fecha uma guia do SageMaker Debugger Insights, a 
sessão correspondente do kernel também é fechada. O aplicativo Studio Classic permanece 
ativo e acumula cobranças pelo uso da ml.m5.4xlarge instância. Para obter informações 
sobre preços, consulte a página de  SageMaker preços da Amazon.

Important

Quando você terminar de usar o painel do SageMaker Debugger Insights, encerre a
ml.m5.4xlarge instância para evitar o acúmulo de cobranças. Para obter instruções sobre 
como desligar a instância, consulte Encerre a instância do Amazon SageMaker Debugger 
Insights.

SageMaker UI do controlador Debugger Insights

Usando o controlador do Debugger localizado no canto superior esquerdo do painel do Insights, você 
pode atualizar o painel, definir ou atualizar as configurações do Debugger para monitorar as métricas 
do sistema, interromper um trabalho de treinamento e baixar um relatório de criação de perfil do 
Debugger.

• Se você quiser atualizar manualmente o painel, escolha o botão de atualização (a seta redonda no 
canto superior esquerdo) conforme mostrado na captura de tela anterior.
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• O botão de alternância de monitoramento está ativado por padrão para qualquer trabalho 
de SageMaker treinamento iniciado usando o SDK do Python SageMaker . Se não estiver 
ativado, você pode usar o botão de alternância para iniciar o monitoramento. Durante o 
monitoramento, o Debugger coleta apenas métricas de utilização de recursos para detectar 
problemas computacionais, como gargalos na CPU e subutilização da GPU. Para obter uma lista 
completa dos problemas de utilização de recursos que o Debugger monitora, consulte. Regras 
integradas do depurador para definir o perfil da utilização dos recursos do sistema de hardware 
(métricas do sistema)

• O botão Configurar monitoramento abre uma janela pop-up que você pode usar para definir ou 
atualizar a frequência da coleta de dados e o caminho do S3 para salvar os dados.
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Você pode especificar os seguintes valores: ou .

• URI do bucket do S3: especifique o URI básico do bucket do S3.

• Colete dados de monitoramento a cada: selecione um intervalo de tempo para coletar métricas 
do sistema. Você pode escolher um dos intervalos de monitoramento na lista suspensa. Os 
intervalos disponíveis são 100 milissegundos, 200 milissegundos, 500 milissegundos (padrão), 1 
segundo, 5 segundos e 1 minuto.

Note

Se você escolher um dos intervalos de tempo mais baixos, aumentará a granularidade 
das métricas de utilização de recursos para poder capturar picos e anomalias com uma 
resolução de tempo maior. No entanto, quanto maior a resolução, maior o tamanho das 
métricas do sistema a serem processadas. Isso pode gerar sobrecarga adicional e afetar 
o tempo geral de treinamento e processamento.

• Usando o botão Parar treinamento, você pode interromper o trabalho de treinamento quando 
encontrar anomalias na utilização de recursos.

• Usando o botão Baixar relatório, você pode baixar um relatório de criação de perfil agregado 
usando a ProfilerReportregra integrada do Debugger. SageMaker O botão é ativado quando 
você adiciona a ProfilerReportregra incorporada ao estimador. Para obter mais informações, 
consulte Configurar regras incorporadas do profiler e relatório de criação de perfil gerado usando 
SageMaker o Debugger.

Explore o painel do Amazon SageMaker Debugger Insights

Quando você inicia um trabalho de SageMaker treinamento, o SageMaker Debugger começa 
a monitorar a utilização de recursos das instâncias do Amazon EC2 por padrão. Você pode 
acompanhar as taxas de utilização do sistema, a visão geral das estatísticas e a análise de regras 
integradas por meio do painel do Insights. Este guia mostra o conteúdo do painel do SageMaker 
Debugger Insights nas seguintes guias: Métricas e regras do sistema.

Note

O painel do SageMaker Debugger Insights executa um aplicativo Studio Classic em uma
ml.m5.4xlarge instância para processar e renderizar as visualizações. Cada guia 
SageMaker do Debugger Insights executa uma sessão do kernel do Studio Classic. Várias 
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sessões do kernel para várias guias do SageMaker Debugger Insights são executadas em 
uma única instância. Quando você fecha uma guia do SageMaker Debugger Insights, a 
sessão correspondente do kernel também é fechada. O aplicativo Studio Classic permanece 
ativo e acumula cobranças pelo uso da ml.m5.4xlarge instância. Para obter informações 
sobre preços, consulte a página de  SageMaker preços da Amazon.

Important

Quando você terminar de usar o painel do SageMaker Debugger Insights, encerre a
ml.m5.4xlarge instância para evitar o acúmulo de cobranças. Para obter instruções sobre 
como desligar a instância, consulte Encerre a instância do Amazon SageMaker Debugger 
Insights.

Important

Nos relatórios, gráficos e recomendações são fornecidos para fins informativos e não são 
definitivos. Os clientes são responsáveis por fazer sua própria avaliação independente das 
informações contidas neste documento.

Tópicos

• Métricas do sistema

• Regras

Métricas do sistema

Na guia Métricas do sistema, você pode usar a tabela de resumo e os gráficos de séries temporais 
para entender a utilização de recursos.

Resumo da utilização de recursos

Essa tabela de resumo mostra as estatísticas das métricas de utilização de recursos computacionais 
de todos os nós (indicados como algo- n). As métricas de utilização de recursos incluem a utilização 
total da CPU, a utilização total da GPU, a utilização total da memória da CPU, a utilização total da 
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memória da GPU, o tempo total de espera de E/S e a rede total em bytes. A tabela mostra os valores 
mínimo e máximo e os percentis p99, p90 e p50.

Gráficos de séries temporais de utilização de recursos

Use os gráficos de séries temporais para ver mais detalhes sobre a utilização de recursos e 
identificar em que intervalo de tempo cada instância mostra qualquer taxa de utilização indesejada, 
como baixa utilização de GPU e gargalos de CPU que podem causar o desperdício da instância 
cara.

A interface do usuário do controlador gráfico de séries temporais

A captura de tela a seguir mostra o controlador de interface do usuário para ajustar os gráficos de 
séries temporais.

• algo-1: Use esse menu suspenso para escolher o nó que você deseja examinar.
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• Ampliar: Use esse botão para ampliar os gráficos de séries temporais e visualizar intervalos de 
tempo mais curtos.

• Reduzir: use esse botão para reduzir o zoom dos gráficos de séries temporais e visualizar 
intervalos de tempo mais amplos.

• Deslocar para a esquerda: mova os gráficos da série temporal para um intervalo de tempo anterior.

• Deslocar para a direita: mova os gráficos da série temporal para um intervalo de tempo posterior.

• Corrigir prazo: use essa caixa de seleção para corrigir ou trazer de volta os gráficos de séries 
temporais para mostrar a visualização completa do primeiro ponto de dados até o último ponto de 
dados.

Utilização da CPU e tempo de espera de E/S

Os dois primeiros gráficos mostram a utilização da CPU e o tempo de espera de E/S ao longo do 
tempo. Por padrão, os gráficos mostram a média da taxa de utilização da CPU e do tempo de espera 
de E/S gasto nos núcleos da CPU. Você pode selecionar um ou mais núcleos de CPU selecionando 
os rótulos para representá-los graficamente em um único gráfico e comparar a utilização entre 
os núcleos. Você pode arrastar e ampliar e reduzir para ver mais de perto intervalos de tempo 
específicos.
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Utilização da GPU e utilização da memória da GPU

Os gráficos a seguir mostram a utilização da GPU e a utilização da memória da GPU ao longo do 
tempo. Por padrão, os gráficos mostram a taxa média de utilização ao longo do tempo. Você pode 
selecionar os rótulos principais da GPU para ver a taxa de utilização de cada núcleo. Tomar a média 
da taxa de utilização sobre o número total de núcleos de GPU mostra a utilização média de todo 
o recurso do sistema de hardware. Ao observar a taxa média de utilização, você pode verificar o 
uso geral dos recursos do sistema de uma instância do Amazon EC2. A figura a seguir mostra um 
exemplo de trabalho de treinamento em uma ml.p3.16xlarge instância com 8 núcleos de GPU. 
Você pode monitorar se o trabalho de treinamento está bem distribuído, utilizando totalmente todas 
as GPUs.

Monitore a utilização AWS de recursos computacionais no Studio Classic SageMaker 3629



Amazon SageMaker Guia do Desenvolvedor

Utilização geral do sistema ao longo do tempo

O mapa de calor a seguir mostra um exemplo de toda a utilização de uma ml.p3.16xlarge
instância pelo sistema ao longo do tempo, projetada no gráfico bidimensional. Cada núcleo de CPU 
e GPU é listado no eixo vertical, e a utilização é registrada ao longo do tempo com um esquema de 
cores, em que as cores brilhantes representam baixa utilização e as cores mais escuras representam 
alta utilização. Consulte a barra de cores rotulada no lado direito do gráfico para descobrir qual nível 
de cor corresponde a qual taxa de utilização.
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Regras

Use a guia Regras para encontrar um resumo da análise das regras de criação de perfil em seu 
trabalho de treinamento. Se a regra de criação de perfil for ativada com o trabalho de treinamento, o 
texto aparecerá destacado com o texto branco sólido. As regras inativas são esmaecidas em texto 
cinza. Para ativar essas regras, siga as instruções emthe section called “Configurar regras de criação 
de perfil integradas”.
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Encerre a instância do Amazon SageMaker Debugger Insights

Quando você não estiver usando o painel do SageMaker Debugger Insights, você deve desligar a 
instância do aplicativo para evitar taxas adicionais.

Para desligar a instância do aplicativo SageMaker Debugger Insights no Studio Classic
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1. No Studio Classic, selecione o ícone Running Instances and Kernels

() .

2. Na lista APLICATIVOS EM EXECUÇÃO, procure o aplicativo sagemaker-debugger-1.0. Selecione 
o ícone de desligamento 

( ) 
ao lado do aplicativo. Os painéis do SageMaker Debugger Insights são executados em 
uma instância. ml.m5.4xlarge Essa instância também desaparece das INSTÂNCIAS EM 
EXECUÇÃO quando você encerra o aplicativo sagemaker-debugger-1.0.

Relatório interativo do SageMaker Debugger

Receba relatórios de criação de perfil gerados automaticamente pelo Debugger. O relatório do 
Debugger fornece insights sobre seus trabalhos de treinamento e sugere recomendações para 
melhorar o desempenho do seu modelo. A captura de tela a seguir mostra uma colagem do relatório 
de criação de perfil do Debugger. Para saber mais, consulte Relatório de criação de perfil do 
SageMaker Debugger.

Note

Você pode baixar os relatórios do Debugger enquanto seu trabalho de treinamento está em 
execução ou após a conclusão do trabalho. Durante o treinamento, o Debugger atualiza 
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simultaneamente o relatório, refletindo o status de avaliação das regras atuais. Você só pode 
baixar um relatório completo do Debugger após a conclusão do trabalho de treinamento.

Important

Nos relatórios, gráficos e recomendações são fornecidos para fins informativos e não 
são definitivos. Você é responsável por fazer sua própria avaliação independente das 
informações.

Relatório de criação de perfil do SageMaker Debugger

Para qualquer trabalho de treinamento do SageMaker, a regra do SageMaker Debugger
ProfilerReport invoca todas as regras de monitoramento e criação de perfil e agrega a análise 
das regras em um relatório abrangente. Seguindo esse guia, baixe o relatório usando o Amazon 
SageMaker Python SDK ou o console do S3 e saiba o que você pode interpretar a partir dos 
resultados da criação de perfil.
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Important

No relatório, os gráficos e as recomendações são fornecidos para fins informativos e não 
são definitivos. Você é responsável por fazer sua própria avaliação independente das 
informações.

Fazer download do relatório de criação de perfil do SageMaker Debugger

Faça download do relatório de criação de perfil do SageMaker Debugger enquanto seu trabalho 
de treinamento está em execução ou após a conclusão do trabalho usando o Amazon SageMaker 
Python SDK e AWS Command Line Interface (CLI).

Note

Para obter o relatório de criação de perfil gerado pelo SageMaker Debugger, você deve usar 
a regra integrada ProfilerReport oferecida pelo SageMaker Debugger. Para ativar a regra 
com seu trabalho de treinamento, consulte Configurar regras do criador de perfil integrado.

Tip

Você também pode fazer o download do relatório com um único clique no painel de insights 
do SageMaker Studio Debugger. Isso não requer nenhum script adicional para baixar o 
relatório. Para saber como baixar o relatório do Studio, consulte Abra o painel do Amazon 
SageMaker Debugger Insights.

Download using SageMaker Python SDK and AWS CLI

1. Verifique o URI base de saída S3 padrão do trabalho atual.

estimator.output_path

2. Verifique o nome do trabalho atual.

estimator.latest_training_job.job_name
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3. O relatório de criação de perfil do Debugger é armazenado em <default-s3-output-
base-uri>/<training-job-name>/rule-output. Configure o caminho de saída da 
regra da seguinte forma:

rule_output_path = estimator.output_path + 
 estimator.latest_training_job.job_name + "/rule-output"

4. Para verificar se o relatório foi gerado, liste os diretórios e arquivos recursivamente em
rule_output_path usando aws s3 ls com a opção --recursive.

! aws s3 ls {rule_output_path} --recursive

Isso deve retornar uma lista completa de arquivos em uma pasta gerada automaticamente 
chamada ProfilerReport-1234567890. O nome da pasta é uma combinação de cadeias 
de caracteres: ProfilerReport e uma tag exclusiva de 10 dígitos baseada no carimbo de 
data/hora do Unix quando a regra ProfilerReport é iniciada.

O profiler-report.html é um relatório de criação de perfil gerado automaticamente 
pelo Debugger. Os arquivos restantes são os componentes integrados de análise de regras 
armazenados em JSON e em um bloco de anotações Jupyter que são usados para agregá-
los ao relatório.

5. Faça download dos arquivos recursivamente usando aws s3 cp. O comando a seguir 
salva todos os arquivos de saída da regra na pasta ProfilerReport-1234567890 sob o 
diretório de trabalho atual.

! aws s3 cp {rule_output_path} ./ --recursive

Tip

Se estiver usando um servidor do bloco de anotações Jupyter, execute !pwd para 
verificar novamente o diretório de trabalho atual.
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6. Abaixo do diretório/ProfilerReport-1234567890/profiler-output, abra
profiler-report.html. Se estiver usando o JupyterLab, escolha Trust HTML para ver o 
relatório de criação de perfil do Debugger gerado automaticamente.

7. Abra o arquivo profiler-report.ipynb para explorar como o relatório é gerado. Você 
também pode personalizar e estender o relatório de criação de perfil usando o arquivo do 
bloco de anotações Jupyter.

Download using Amazon S3 Console

1. Faça login no AWS Management Console e abra o console do Amazon S3 em https:// 
console.aws.amazon.com/s3/.

2. Procure o bucket base do S3. Por exemplo, se você não especificou o nome de trabalho 
básico, o nome básico do bucket do S3 deve estar no seguinte formato:sagemaker-
<region>-111122223333. Procure o bucket S3 básico por meio do campo Localizar 
bucket pelo nome.

3. No bucket básico do S3, pesquise o nome do trabalho de treinamento especificando o prefixo 
do nome do trabalho no campo de entrada Localizar objetos por prefixo. Escolha o nome do 
trabalho de treinamento.
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4. No bucket S3 do trabalho de treinamento, deve haver três subpastas para dados de 
treinamento coletados pelo Debugger: debug-output/, profiler-output/ e rule-output/. Escolha
rule-output/.

5. Na pasta rule-output/, escolha ProfilerReport-1234567890 e escolha a pasta profiler-output/. 
A pasta profiler-output/ contém profiler-report.html (o relatório de criação de perfil gerado 
automaticamente em html), profiler-report.ipynb (um bloco de anotações Jupyter com scripts 
usados para gerar o relatório) e uma pasta profiler-report/ (contém arquivos JSON de análise 
de regras que são usados como componentes do relatório).

6. Selecione o arquivo profiler-report.html, escolha Ações e Fazer download.
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7. Abra o arquivo profiler-report.html baixado em um navegador da web.

Note

Se você iniciou seu trabalho de treinamento sem configurar os parâmetros específicos do 
Debugger, o Debugger gerará o relatório com base apenas nas regras de monitoramento 
do sistema porque os parâmetros do Debugger não estão configurados para salvar métricas 
da estrutura. Para ativar o perfil de métricas da estrutura e receber um relatório estendido 
de criação de perfil do Debugger, configure o profiler_config parâmetro ao criar ou 
atualizar os estimadores do SageMaker.
Para saber como configurar o profiler_config parâmetro antes de iniciar um trabalho de 
treinamento, consulteConfigurar para criação de perfil de framework.
Para atualizar o trabalho de treinamento atual e habilitar a criação de perfil de métricas da 
estrutura, consulte Atualizar configuração de perfil da framework do Debugger.

Passo a passo do relatório de criação de perfil do Debugger

Esta seção o orienta no relatório de criação de perfil do Depurador, seção por seção. O relatório de 
criação de perfil é gerado baseado nas regras integradas para monitoramento e criação de perfil. O 
relatório mostra gráficos de resultados somente para as regras que encontraram problemas.

Important

No relatório, os gráficos e as recomendações são fornecidos para fins informativos e não 
são definitivos. Você é responsável por fazer sua própria avaliação independente das 
informações.

Tópicos

• Resumo do trabalho de treinamento

• Estatísticas de uso do sistema

• Resumo das métricas do framework

• Resumo das regras

• Analisando o ciclo de treinamento — durações das etapas

• Análise de utilização da GPU
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• Tamanho do lote

• Problemas com a CPU

• Problemas de E/S

• Balanceamento de carga no treinamento com várias GPUs

• Análise de memória da GPU

Resumo do trabalho de treinamento

No início do relatório, o Debugger fornece um resumo do seu trabalho de treinamento. Nesta seção, 
você pode ter uma visão geral das durações e dos registros de data e hora em diferentes fases do 
treinamento.

A tabela do resumo contém as seguintes informações:

• start_time — A hora exata em que o trabalho de treinamento começou.

• end_time — A hora exata em que o trabalho de treinamento foi concluído.

• job_duration_in_seconds — O tempo total de treinamento do horário_inicial até o horário_final.

• training_loop_start — A hora exata em que a primeira etapa da primeira época começou.

• training_loop_start — A hora exata em que a primeira etapa da primeira época começou.
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• training_loop_duration_in_seconds — O tempo total entre a hora de início do ciclo de treinamento e 
a hora de término do ciclo de treinamento.

• initialization_in_seconds — Tempo gasto na inicialização do trabalho de treinamento. A fase 
de inicialização abrange o período entre o start_time e o training_loop_start time. O tempo 
de inicialização é gasto na compilação do script de treinamento, na inicialização do script de 
treinamento, na criação e na inicialização do modelo, na inicialização de instâncias do EC2 e no 
download dos dados de treinamento.

• finalization_in_seconds — Tempo gasto na finalização do trabalho de treinamento, como finalizar o 
treinamento do modelo, atualizar os artefatos do modelo e fechar as instâncias do EC2. A fase de 
finalização abrange o período desde o momento training_loop_end ao end_time.

• inicialização (%) — A porcentagem de tempo gasto na inicialização sobre o total de
job_duration_in_seconds.

• ciclo de treinamento (%) — A porcentagem de tempo gasto no ciclo de treinamento sobre o total 
de job_duration_in_seconds.

• finalização (%) — A porcentagem de tempo gasto na finalização sobre o total de
job_duration_in_seconds.

Estatísticas de uso do sistema

Nesta seção, você pode ver uma visão geral das estatísticas de utilização do sistema.
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O relatório de criação de perfil inclui as seguintes informações:

• nó — Lista o nome dos nós. Se estiver usando treinamento distribuído em vários nós (várias 
instâncias do EC2), os nomes dos nós estão no formato de. algo-n

• métrica — As métricas do sistema coletadas pelo Debugger: CPU, GPU, memória da CPU, 
memória da GPU, E/S e métricas de rede.

• unidade – A unidade das métricas do sistema.

• max — O valor máximo de cada métrica do sistema.

• p99 — O 99º percentil de cada utilização do sistema.

• p95 — O 95º percentil de cada utilização do sistema.

• p50 — O 50º percentil (médio) de cada utilização do sistema.

• min — O valor mínimo de cada métrica do sistema.

Resumo das métricas do framework

Nesta seção, os gráficos circulares a seguir mostram o detalhamento das operações da framework 
em CPUs e GPUs.
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Cada um dos gráficos circulares analisa as métricas da framework coletadas em vários aspectos, da 
seguinte forma:

• Proporção entre a fase TRAIN/EVAL e outras — Mostra a proporção entre as durações de tempo 
gastas em diferentes fases de treinamento.

• Razão entre passe para frente e para trás — Mostra a proporção entre as durações de tempo 
gastas no passe para frente e para trás no ciclo de treinamento.

• Proporção entre operadores de CPU/GPU — Mostra a proporção entre o tempo gasto em 
operadores executados em CPU ou GPU, como operadores convolucionais.

• Métricas gerais registradas na framework — Mostra a proporção entre o tempo gasto nas 
principais métricas da framework, como carregamento de dados, avanço e retrocesso.
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Visão geral: operadores de CPU

Esta seção fornece informações detalhadas sobre os operadores da CPU. A tabela mostra a 
porcentagem do tempo e o tempo cumulativo absoluto gasto nos operadores de CPU mais 
frequentemente chamados.

Visão geral: operadores de GPU

Esta seção fornece informações detalhadas sobre os operadores de GPU. A tabela mostra a 
porcentagem de tempo e o tempo acumulado absoluto gasto nos operadores de GPU chamados 
com mais frequência.

Resumo das regras

Nesta seção, o Debugger agrega todos os resultados da avaliação de regras, análises, descrições 
de regras e sugestões.

Monitore a utilização AWS de recursos computacionais no Studio Classic SageMaker 3645



Amazon SageMaker Guia do Desenvolvedor

Analisando o ciclo de treinamento — durações das etapas

Nesta seção, você pode encontrar estatísticas detalhadas das durações das etapas em cada núcleo 
da GPU de cada nó. O depurador avalia valores médios, máximos, p99, p95, p50 e mínimos das 
durações das etapas e avalia os valores discrepantes das etapas. O histograma a seguir mostra 
as durações das etapas capturadas em diferentes nós de trabalho e GPUs. Você pode ativar ou 
desativar o histograma de cada trabalhador escolhendo as legendas do lado direito. Você pode 
verificar se há uma GPU específica que está causando discrepâncias na duração da etapa.
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Análise de utilização da GPU

Esta seção mostra as estatísticas detalhadas sobre a utilização do núcleo da GPU baseado na regra 
LowGPUUtilization. Também resume as estatísticas de utilização da GPU, média, p95 e p5 para 
determinar se o trabalho de treinamento está subutilizando GPUs.

Tamanho do lote

Esta seção mostra as estatísticas detalhadas da utilização total da CPU, das utilizações individuais 
da GPU e da área ocupada pela memória da GPU. A regra BatchSize determina se você precisa 
alterar o tamanho do lote para melhor utilizar as GPUs. Você pode verificar se o tamanho do lote é 
muito pequeno, resultando em subutilização, ou muito grande, causando superutilização e problemas 
de falta de memória. No gráfico, as caixas mostram os intervalos percentuais p25 e p75 (preenchidos 
com roxo escuro e amarelo brilhante, respectivamente) da mediana (p50), e as barras de erro 
mostram o percentil 5 para o limite inferior e o percentil 95 para o limite superior.
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Problemas com a CPU

Nesta seção, você pode detalhar os problemas com a CPU que a regra CPUBottleneck detectou em 
seu trabalho de treinamento. A regra verifica se a utilização da CPU está acima cpu_threshold
(90% por padrão) e também se a utilização da GPU está abaixo gpu_threshold (10% por padrão).
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Os gráficos circulares mostram as seguintes informações:

• Baixo uso da GPU causado por gargalos da CPU — Mostra a proporção de pontos de dados entre 
aqueles com utilização da GPU acima e abaixo do limite e aqueles que correspondem aos critérios 
de gargalo da CPU.

• Proporção entre a fase TRAIN/EVAL e outras — Mostra a proporção entre as durações de tempo 
gastas em diferentes fases de treinamento.

• Razão entre passe para frente e para trás — Mostra a proporção entre as durações de tempo 
gastas no passe para frente e para trás no ciclo de treinamento.

• Proporção entre operadores de CPU/GPU — Mostra a proporção entre as durações de tempo 
gastas em GPUs e CPUs por operadores Python, como processos de carregador de dados e 
operadores de passagem para frente e para trás.

• Métricas gerais registradas na estrutura — Mostra as principais métricas da estrutura e a 
proporção entre as durações de tempo gastas nas métricas.

Problemas de E/S

Nesta seção, você pode encontrar um resumo dos problemas de E/S. A regra avalia o tempo de 
espera de E/S e as taxas de utilização da GPU e monitora se o tempo gasto nas solicitações de E/S 
excede uma porcentagem limite do tempo total de treinamento. Isso pode indicar gargalos de E/S em 
que as GPUs aguardam a chegada dos dados do armazenamento.
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Balanceamento de carga no treinamento com várias GPUs

Nesta seção, você pode identificar problemas de balanceamento da carga de trabalho nas GPUs.

Análise de memória da GPU

Nesta seção, você pode analisar a utilização de memória da GPU coletada pela regra 
GPUMemoryIncrease. No gráfico, as caixas mostram os intervalos percentuais p25 e p75 
(preenchidos com roxo escuro e amarelo brilhante, respectivamente) da mediana (p50), e as barras 
de erro mostram o percentil 5 para o limite inferior e o percentil 95 para o limite superior.
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Analise dados usando a biblioteca cliente do Debugger Python

Enquanto seu trabalho de treinamento estiver em execução ou depois de concluído, você pode 
acessar os dados de treinamento coletados pelo Debugger usando o SDK do Amazon SageMaker 
Python e a biblioteca cliente SMDebug. A biblioteca cliente do Debugger Python fornece ferramentas 
de análise e visualização que permitem que você se aprofunde nos dados do seu trabalho de 
treinamento.

Para instalar a biblioteca e usar suas ferramentas de análise (em um JupyterLab notebook ou kernel 
do IPython)

! pip install -U smdebug

Os tópicos a seguir explicam como usar as ferramentas do Debugger Python para visualizar e 
analisar os dados de treinamento coletados pelo Debugger.

Analise as métricas do sistema e da estrutura

• Acesse os dados do perfil

• Faça um gráfico das métricas do sistema e dos dados de métricas da estrutura

• Acesse os dados de criação de perfil usando a ferramenta de análise de dados pandas

• Acesse os dados de estatísticas de perfil do Python

• Mesclar cronogramas de vários arquivos de rastreamento de perfil

• Criação de perfil de carregadores de dados

Acesse os dados do perfil

A classe TrainingJob do SMDebug lê dados do bucket do S3 em que as métricas do sistema e da 
estrutura são salvas.

Para configurar um objeto TrainingJob e recuperar arquivos de eventos de criação de perfil de um 
trabalho de treinamento

from smdebug.profiler.analysis.notebook_utils.training_job import TrainingJob
tj = TrainingJob(training_job_name, region)
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Tip

Você precisa especificar os parâmetros training_job_name e region para se registrar 
em um trabalho de treinamento. Há duas maneiras de especificar as informações do trabalho 
de treinamento:

• Use o SDK do SageMaker Python enquanto o estimador ainda estiver vinculado ao 
trabalho de treinamento.

import sagemaker
training_job_name=estimator.latest_training_job.job_name
region=sagemaker.Session().boto_region_name

• Passe os strings diretamente.

training_job_name="your-training-job-name-YYYY-MM-DD-HH-MM-SS-SSS"
region="us-west-2"

Note

Por padrão, o SageMaker Debugger coleta métricas do sistema para monitorar a utilização 
dos recursos de hardware e os gargalos do sistema. Executando as funções a seguir, 
você pode receber mensagens de erro relacionadas à indisponibilidade das métricas da 
estrutura. Para recuperar dados de criação de perfil da estrutura e obter informações sobre 
as operações da estrutura, habilite a criação de perfil da estrutura.

• Se você usa o SDK do SageMaker Python para manipular sua solicitação de trabalho 
de treinamento, transmita o framework_profile_params para o profiler_config
argumento do seu estimador. Para saber mais, consulte Configurar o perfil do SageMaker 
Debugger Framework.

• Se você usa o Studio Classic, ative a criação de perfil usando o botão de alternância
Criação de perfil no painel de insights do Debugger. Para saber mais, consulte SageMaker 
Debugger Insights Dashboard Controller.

Para recuperar uma descrição da descrição do trabalho de treinamento e o URI do bucket do S3 em 
que os dados métricos são salvos

Monitore a utilização AWS de recursos computacionais no Studio Classic SageMaker 3652

https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-configure-framework-profiling.html
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-configure-framework-profiling.html
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-on-studio-insights-controllers.html
https://docs.aws.amazon.com/sagemaker/latest/dg/debugger-on-studio-insights-controllers.html


Amazon SageMaker Guia do Desenvolvedor

tj.describe_training_job()
tj.get_config_and_profiler_s3_output_path()

Para verificar se as métricas do sistema e da estrutura estão disponíveis no URI do S3

tj.wait_for_sys_profiling_data_to_be_available()
tj.wait_for_framework_profiling_data_to_be_available()

Para criar objetos de leitura do sistema e da estrutura após a disponibilização dos dados métricos

system_metrics_reader = tj.get_systems_metrics_reader()
framework_metrics_reader = tj.get_framework_metrics_reader()

Para atualizar e recuperar os arquivos mais recentes do evento de treinamento

Os objetos do leitor têm um método estendido, refresh_event_file_list(), para recuperar os 
arquivos de eventos de treinamento mais recentes.

system_metrics_reader.refresh_event_file_list()
framework_metrics_reader.refresh_event_file_list()

Faça um gráfico das métricas do sistema e dos dados de métricas da estrutura

Você pode usar os objetos de métricas do sistema e do algoritmo das seguintes classes de 
visualização para traçar gráficos e histogramas da linha do tempo.

Note

Para visualizar os dados com métricas restritas nos seguintes métodos de gráfico de objetos 
de visualização, especifique os parâmetros. select_dimensions select_events
Por exemplo, se você especificar select_dimensions=["GPU"], os métodos de 
plotagem filtram as métricas que incluem a palavra-chave “GPU”. Se você especificar
select_events=["total"], os métodos de plotagem filtrarão as métricas que incluem as 
tags de eventos “totais” no final dos nomes das métricas. Se você habilitar esses parâmetros 
e fornecer as sequências de palavras-chave, as classes de visualização retornarão os 
gráficos com métricas filtradas.

• A classe MetricsHistogram
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from smdebug.profiler.analysis.notebook_utils.metrics_histogram import 
 MetricsHistogram

metrics_histogram = MetricsHistogram(system_metrics_reader)
metrics_histogram.plot( 
    starttime=0,  
    endtime=system_metrics_reader.get_timestamp_of_latest_available_file(),  
    select_dimensions=["CPU", "GPU", "I/O"], # optional 
    select_events=["total"]                  # optional
)

• A classe StepTimelineChart

from smdebug.profiler.analysis.notebook_utils.step_timeline_chart import 
 StepTimelineChart

view_step_timeline_chart = StepTimelineChart(framework_metrics_reader)

• A classe StepHistogram

from smdebug.profiler.analysis.notebook_utils.step_histogram import StepHistogram

step_histogram = StepHistogram(framework_metrics_reader)
step_histogram.plot( 
    starttime=step_histogram.last_timestamp - 5 * 1000 * 1000,  
    endtime=step_histogram.last_timestamp,  
    show_workers=True
)

• A classe TimelineCharts

from smdebug.profiler.analysis.notebook_utils.timeline_charts import TimelineCharts

view_timeline_charts = TimelineCharts( 
    system_metrics_reader,  
    framework_metrics_reader, 
    select_dimensions=["CPU", "GPU", "I/O"], # optional 
    select_events=["total"]                  # optional  
)

view_timeline_charts.plot_detailed_profiler_data([700,710]) 
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• A classe Heatmap

from smdebug.profiler.analysis.notebook_utils.heatmap import Heatmap

view_heatmap = Heatmap( 
    system_metrics_reader, 
    framework_metrics_reader, 
    select_dimensions=["CPU", "GPU", "I/O"], # optional 
    select_events=["total"],                 # optional 
    plot_height=450
)

Acesse os dados de criação de perfil usando a ferramenta de análise de dados pandas

A PandasFrame classe a seguir fornece ferramentas para converter os dados de perfil coletados no 
quadro de dados Pandas.

from smdebug.profiler.analysis.utils.profiler_data_to_pandas import PandasFrame

A classe PandasFrame segue o caminho de saída do bucket S3 do objeto tj e seus métodos
get_all_system_metrics() get_all_framework_metrics() retornam métricas do sistema 
e métricas da estrutura no formato de dados Pandas.

pf = PandasFrame(tj.profiler_s3_output_path)
system_metrics_df = pf.get_all_system_metrics()
framework_metrics_df = pf.get_all_framework_metrics( 
    selected_framework_metrics=[ 
        'Step:ModeKeys.TRAIN',  
        'Step:ModeKeys.GLOBAL' 
    ]
)

Acesse os dados de estatísticas de perfil do Python

O perfil do Python fornece métricas de estrutura relacionadas às funções e operadores do Python em 
seus scripts de treinamento e nas estruturas de aprendizado profundo. SageMaker

Modos e fases de treinamento para criação de perfil em Python

Para traçar o perfil de intervalos específicos durante o treinamento para particionar estatísticas para 
cada um desses intervalos, o Debugger fornece ferramentas para definir modos e fases.
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Para modos de treinamento, use a seguinte classe PythonProfileModes:

from smdebug.profiler.python_profile_utils import PythonProfileModes

Essa classe fornece as seguintes opções:

• PythonProfileModes.TRAIN – Use se quiser traçar o perfil das etapas desejadas na fase de 
treinamento. Esta opção de modo está disponível somente para TensorFlow.

• PythonProfileModes.EVAL – Use se quiser traçar o perfil das etapas desejadas na fase de 
avaliação. Esta opção de modo está disponível somente para TensorFlow.

• PythonProfileModes.PREDICT – Use se quiser traçar o perfil das etapas desejadas na fase de 
previsão. Esta opção de modo está disponível somente para TensorFlow.

• PythonProfileModes.GLOBAL – Use se quiser traçar o perfil das etapas de destino na fase 
global, que inclui as três fases anteriores. Esta opção de modo está disponível somente para 
PyTorch.

• PythonProfileModes.PRE_STEP_ZERO – Use se quiser traçar o perfil das etapas de destino 
no estágio de inicialização antes do início da primeira etapa de treinamento da primeira época. 
Essa fase inclui o envio inicial do trabalho, o upload dos scripts de treinamento para as instâncias 
do EC2, a preparação das instâncias do EC2 e o download dos dados de entrada. Esta opção de 
modo está disponível para TensorFlow PyTorch e.

• PythonProfileModes.POST_HOOK_CLOSE – Use se quiser traçar o perfil das etapas de 
destino no estágio de finalização após a conclusão do trabalho de treinamento e o gancho do 
Debugger estiver fechado. Essa fase inclui dados de perfil enquanto os trabalhos de treinamento 
são finalizados e concluídos. Esta opção de modo está disponível para TensorFlow PyTorch e.

Para fases de treinamento, use a classe StepPhase a seguir:

from smdebug.profiler.analysis.utils.python_profile_analysis_utils import StepPhase

Essa classe fornece as seguintes opções:

• StepPhase.START – Use para especificar o ponto inicial da fase de inicialização.

• StepPhase.STEP_START – Use para especificar o ponto inicial da fase de treinamento.

• StepPhase.FORWARD_PASS_END – Use para especificar as etapas em que a passagem para 
frente termina. Essa opção está disponível somente para PyTorch.
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• StepPhase.STEP_END – Use para especificar o ponto final da fase de treinamento. Essa opção 
está disponível somente para TensorFlow.

• StepPhase.END— Use para especificar o ponto final da fase de finalização (post-hook-close). 
Se o gancho de retorno de chamada não estiver fechado, a criação do perfil da fase de finalização 
não ocorrerá.

Ferramentas de análise de perfil do Python

O Debugger suporta a criação de perfil do Python com duas ferramentas de criação de perfil:

• cProfile — O criador de perfil padrão do Python. O cProfile coleta métricas da estrutura sobre o 
tempo de CPU para cada função chamada quando a criação de perfil foi ativada.

• Pyinstrument — Este é um criador de perfil Python de baixa sobrecarga que amostra eventos de 
criação de perfil a cada milissegundo.

Para saber mais sobre as opções de criação de perfil do Python e o que é coletado, consulte
Inicie um trabalho de treinamento com o monitoramento padrão do sistema e a criação de perfil de 
framework personalizada com diferentes opções de criação de perfil.

Os seguintes métodos das classesPythonProfileAnalysis, cProfileAnalysis,
PyinstrumentAnalysis são fornecidos para buscar e analisar os dados de criação de perfil do 
Python. Cada função carrega os dados mais recentes do URI padrão do S3.

from smdebug.profiler.analysis.python_profile_analysis import PythonProfileAnalysis, 
 cProfileAnalysis, PyinstrumentAnalysis

Para definir objetos de criação de perfil do Python para análise, use as PyinstrumentAnalysis classes 
cProfileAnalysis ou conforme mostrado no código de exemplo a seguir. Ele mostra como definir um 
objeto cProfileAnalysis e, se você quiser usar PyinstrumentAnalysis, tem que substituir o 
nome da classe.

python_analysis = cProfileAnalysis( 
    local_profile_dir=tf_python_stats_dir,  
    s3_path=tj.profiler_s3_output_path
)

Os métodos a seguir estão disponíveis para as PyinstrumentAnalysis classes
cProfileAnalysis e buscarem os dados estatísticos de perfil do Python:
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• python_analysis.fetch_python_profile_stats_by_time(start_time_since_epoch_in_secs, 
end_time_since_epoch_in_secs) – Assume a hora de início e a hora de término e retorna as 
estatísticas de função das estatísticas da etapa cujos horários de início ou término se sobrepõem 
ao intervalo fornecido.

• python_analysis.fetch_python_profile_stats_by_step(start_step, end_step, 
mode, start_phase, end_phase) – Assume uma etapa inicial e uma etapa final e retorna 
as estatísticas da função de todas as estatísticas da etapa em que o perfil step satisfaz
start_step <= step < end_step.

• start_step e end_step (str) – Especifique a etapa inicial e a etapa final para buscar os 
dados de estatísticas de perfil do Python.

• mode (str) – Especifique o modo de trabalho de treinamento usando a classe do
PythonProfileModes enumerador. O padrão é PythonProfileModes.TRAIN. As opções 
disponíveis são fornecidas na seção Modos e fases de treinamento para criação de perfil em 
Python.

• start_phase(str) – Especifique a fase inicial nas etapas de destino usando a classe
StepPhase do enumerador. Esse parâmetro permite a criação de perfis entre as diferentes 
fases do treinamento. O padrão é StepPhase.STEP_START. As opções disponíveis são 
fornecidas na seção Modos e fases de treinamento para criação de perfil em Python.

• end_phase(str) – Especifique a fase final nas etapas de destino usando a classe StepPhase
do enumerador. Esse parâmetro configura a fase final do treinamento. As opções disponíveis 
são as mesmas do parâmetro start_phase. O padrão é StepPhase.STEP_END. As opções 
disponíveis são fornecidas na seção Modos e fases de treinamento para criação de perfil em 
Python.

• python_analysis.fetch_profile_stats_between_modes(start_mode, end_mode) – 
Busca estatísticas do perfil do Python entre os modos inicial e final.

• python_analysis.fetch_pre_step_zero_profile_stats() – Busca as estatísticas da 
criação de perfil do Python até a etapa 0.

• python_analysis.fetch_post_hook_close_profile_stats() – Busca estatísticas do 
perfil do Python depois que o gancho é fechado.

• python_analysis.list_profile_stats()— Retorna uma DataFrame das estatísticas de 
criação de perfil do Python. Cada linha contém os metadados de cada instância de criação de 
perfil e o arquivo de estatísticas correspondente (um por etapa).

• python_analysis.list_available_node_ids() – Retorna uma lista dos IDs de nós 
disponíveis para as estatísticas de criação de perfil do Python.
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Os métodos específicos da classe cProfileAnalysis:

• fetch_profile_stats_by_training_phase() – Busca e agrega as estatísticas de criação 
de perfil do Python para todas as combinações possíveis dos modos inicial e final. Por exemplo, 
se as fases de treinamento e validação forem concluídas enquanto a criação de perfil detalhada 
estiver ativada, as combinações serão (PRE_STEP_ZERO, TRAIN), (TRAIN, TRAIN),
(TRAIN, EVAL), (EVAL, EVAL) e (EVAL, POST_HOOK_CLOSE), Todos os arquivos de 
estatísticas em cada uma dessas combinações são agregados.

• fetch_profile_stats_by_job_phase() – Busca e agrega as estatísticas de criação de perfil 
do Python por fase do trabalho. As fases do trabalho são initialization (criação de perfil até 
a etapa 0), training_loop (treinamento e validação) e finalization (criação de perfil após o 
fechamento do gancho).

Mesclar cronogramas de vários arquivos de rastreamento de perfil

A biblioteca cliente SMDebug fornece ferramentas de análise e visualização de perfis para mesclar 
cronogramas de métricas do sistema, métricas de estrutura e dados de perfil do Python coletados 
pelo Debugger.

Tip

Antes de continuar, você precisa definir um TrainingJob objeto que será utilizado nos 
exemplos desta página. Para obter mais informações sobre como configurar um TrainingJob 
objeto, consulteAcesse os dados do perfil.

A classe MergedTimeline fornece ferramentas para integrar e correlacionar diferentes informações 
de perfil em um único cronograma. Depois que o Debugger captura dados de perfil e anotações de 
diferentes fases de um trabalho de treinamento, os arquivos JSON de eventos de rastreamento são 
salvos em um diretório padrão. tracefolder

• Para anotações nas camadas do Python, os arquivos de rastreamento são salvos em
*pythontimeline.json.

• Para anotações nas camadas de TensorFlow C++, os arquivos de rastreamento são salvos em.
*model_timeline.json

• O Tensorflow Profiler salva eventos em um arquivo. *trace.json.gz
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Tip

Se você quiser listar todos os arquivos de rastreamento JSON, use o comando AWS CLI a 
seguir:

! aws s3 ls {tj.profiler_s3_output_path} --recursive | grep '\.json$'

Conforme mostrado na captura de tela animada a seguir, colocar e alinhar os eventos de 
rastreamento capturados das diferentes fontes de perfil em um único gráfico pode propiciar uma 
visão geral de todos os eventos que ocorrem em diferentes fases do trabalho de treinamento.

Tip

Para interagir com a linha do tempo mesclada no aplicativo de rastreamento usando um 
teclado, use a tecla W para ampliar, a tecla A para deslocar para a esquerda, a tecla S para 
diminuir o zoom e a tecla D para deslocar para a direita.
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Os vários arquivos JSON de rastreamento de eventos podem ser mesclados em um arquivo JSON 
de eventos de rastreamento usando a seguinte operação de API MergedTimeline e o método de 
classe smdebug.profiler.analysis.utils.merge_timelines do módulo.

from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline

combined_timeline = MergedTimeline(path, file_suffix_filter, output_directory)
combined_timeline.merge_timeline(start, end, unit)

A operação da API MergedTimeline passa os seguintes parâmetros:

• path(str) – Especifique uma pasta raiz (/profiler-output) que contenha arquivos 
de rastreamento de perfil do sistema e da estrutura. Você pode localizar o profiler-
output usando o método da classe SageMaker estimador ou o objeto. TrainingJob 
Por exemplo, o estimator.latest_job_profiler_artifacts_path() ou o
tj.profiler_s3_output_path.

• file_suffix_filter(lista) – Especifique uma lista de filtros de sufixo de arquivo para 
mesclar cronogramas. Os filtros de sufixo disponíveis são ["model_timeline.json", 
"pythontimeline.json", "trace.json.gz"]. Se esse parâmetro não for especificado 
manualmente, todos os arquivos de rastreamento serão mesclados por padrão.

• output_directory(str) – Especifique um caminho para salvar o arquivo JSON da linha do 
tempo mesclada. O padrão é para o diretório especificado para o parâmetro path.

O classmethod merge_timeline() passa os seguintes parâmetros para executar o processo de 
mesclagem:

• start(int) – Especifique a hora de início (em microssegundos e no formato de hora Unix) ou a 
etapa inicial para mesclar cronogramas.

• end(int) – Especifique a hora do final (em microssegundos e no formato de hora Unix) ou a etapa 
inicial para mesclar cronogramas.

• unit(str) — Escolha entre "time" e "step". O padrão é "time".

Usando os códigos de exemplo a seguir, execute o método merge_timeline() e baixe o arquivo 
JSON mesclado.

• Mescle a linha do tempo com a opção de unidade "time". O código de exemplo a seguir mescla 
todos os arquivos de rastreamento disponíveis entre o horário de início do Unix (o horário Unix 
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zero absoluto) e o horário Unix atual, o que significa que você pode mesclar os cronogramas ao 
longo de toda a duração do treinamento.

import time
from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline
from smdebug.profiler.profiler_constants import CONVERT_TO_MICROSECS

combined_timeline = MergedTimeline(tj.profiler_s3_output_path, output_directory="./")
combined_timeline.merge_timeline(0, int(time.time() * CONVERT_TO_MICROSECS))

• Mescle a linha do tempo com a opção de unidade "step". O código de exemplo a seguir mescla 
todos os cronogramas disponíveis entre as etapas 3 e 9.

from smdebug.profiler.analysis.utils.merge_timelines import MergedTimeline

combined_timeline = MergedTimeline(tj.profiler_s3_output_path, output_directory="./")
combined_timeline.merge_timeline(3, 9, unit="step")

Abra o aplicativo de rastreamento do Chrome chrome://tracing em um navegador Chrome e 
abra o arquivo JSON. Você pode explorar a saída para traçar a linha do tempo mesclada.

Criação de perfil de carregadores de dados

Em PyTorch, os iteradores do carregador de dados, como SingleProcessingDataLoaderIter
eMultiProcessingDataLoaderIter, são iniciados no início de cada iteração em um conjunto 
de dados. Durante a fase de inicialização, PyTorch ativa os processos de trabalho, dependendo do 
número configurado de trabalhadores, estabelece uma fila de dados para buscar dados e threads.
pin_memory

Para usar a ferramenta de análise de perfil do carregador de PyTorch dados, importe a seguinte 
classe: PT_dataloader_analysis

from smdebug.profiler.analysis.utils.pytorch_dataloader_analysis import 
 PT_dataloader_analysis

Passe os dados de perfil recuperados como um objeto de dados do quadro Pandas na seção Acesse 
os dados de criação de perfil usando a ferramenta de análise de dados pandas:

pt_analysis = PT_dataloader_analysis(pf)
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As seguintes funções estão disponíveis para o objeto pt_analysis:

A SMDebug classe S3SystemMetricsReader lê as métricas do sistema do bucket do S3 
especificado para o parâmetro s3_trial_path.

• pt_analysis.analyze_dataloaderIter_initialization()

A análise gera a mediana e a duração máxima dessas inicializações. Se houver valores 
discrepantes (ou seja, a duração for maior que a mediana 2 *), a função imprime os horários de 
início e término dessas durações. Eles podem ser usados para inspecionar as métricas do sistema 
durante esses intervalos de tempo.

A lista a seguir mostra quais análises estão disponíveis nesse método de classe:

• Que tipo de iteradores do carregador de dados foram inicializados.

• O número de operadores por iterador.

• Inspecione se o iterador foi inicializado com ou sem pin_memory.

• Número de vezes que os iteradores foram inicializados durante o treinamento.

• pt_analysis.analyze_dataloaderWorkers()

A lista a seguir mostra quais análises estão disponíveis nesse método de classe:

• O número de processos de trabalho que foram desmembrados durante todo o treinamento.

• Duração média e máxima dos processos de trabalho.

• Horário de início e de término dos processos de trabalho que são atípicos.

• pt_analysis.analyze_dataloader_getnext()

A lista a seguir mostra quais análises estão disponíveis nesse método de classe:

• Número de GetNext chamadas feitas durante o treinamento.

• Duração média e máxima em microssegundos das chamadas. GetNext

• Hora de início, hora de término, duração e ID do trabalhador para a duração da GetNext 
chamada atípica.

• pt_analysis.analyze_batchtime(start_timestamp, end_timestamp, 
select_events=[".*"], select_dimensions=[".*"])

O depurador coleta os horários de início e término de todas as chamadas. GetNext Você pode 
encontrar a quantidade de tempo gasto pelo script de treinamento em um lote de dados. Dentro 
da janela de tempo especificada, você pode identificar as chamadas que não estão contribuindo Monitore a utilização AWS de recursos computacionais no Studio Classic SageMaker 3663



Amazon SageMaker Guia do Desenvolvedor

diretamente para o treinamento. Essas chamadas podem ser provenientes das seguintes 
operações: calcular a precisão, adicionar as perdas para fins de depuração ou registro e imprimir 
as informações de depuração. Operações como essas podem ser demoradas ou intensivas em 
termos de computação. Podemos identificar essas operações correlacionando o perfil do Python, 
as métricas do sistema e as métricas da estrutura.

A lista a seguir mostra quais análises estão disponíveis nesse método de classe:

• Crie o perfil do tempo gasto em cada lote de dadosBatchTime_in_seconds, encontrando a 
diferença entre os horários de início das GetNext chamadas atuais e subsequentes.

• Encontre os valores atípicos em BatchTime_in_seconds e os horários de início e término 
desses valores discrepantes.

• Obtenha as métricas do sistema e da estrutura durante esses registros de data e hora
BatchTime_in_seconds. Isso indica onde o tempo foi gasto.

• pt_analysis.plot_the_window()

Traça um gráfico de linha do tempo entre um carimbo de data e hora de início e fim.

Notas de lançamento sobre os recursos de criação de perfil da Amazon 
SageMaker

Consulte as notas de lançamento a seguir para acompanhar as atualizações mais recentes dos 
recursos de criação de perfil da Amazon SageMaker.

14 de dezembro de 2023

Atualizações de moeda

SageMaker O Profiler adicionou suporte para a TensorFlow v2.13.0.

Alterações significativas

Esta versão envolve uma alteração significativa. O nome do pacote SageMaker Profiler Python foi 
alterado smppy de para. smprof Se você estiver usando a versão anterior do pacote enquanto 
começou a usar os SageMaker Framework Containers mais recentes TensorFlow listados na 
seção a seguir, certifique-se de atualizar o nome do pacote de smppy para smprof na instrução de 
importação em seu script de treinamento.

Migração para contêineres de AWS Deep Learning

Notas de release 3664
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Essa versão do SageMaker Profiler passou nos testes de benchmark e foi migrada para os seguintes
AWSDeep Learning Containers.

• TensorFlow v2.13.0

• TensorFlow v2.12.0

Se você usar as versões anteriores dos contêineres de estrutura compatíveis, como a TensorFlow 
v2.11.0, o pacote Profiler SageMaker Python ainda estará disponível como. smppy Se você não tiver 
certeza de qual versão ou nome do pacote deve usar, substitua a instrução de importação do pacote 
SageMaker Profiler pelo seguinte trecho de código.

try: 
    import smprof  
except ImportError: 
    # backward-compatability for TF 2.11 and PT 1.13.1 images 
    import smppy as smprof

24 de agosto de 2023

Novos atributos

Lançou o Amazon SageMaker Profiler, um recurso de criação de perfil e visualização SageMaker 
para se aprofundar nos recursos computacionais provisionados enquanto treina modelos de 
aprendizado profundo e obtém visibilidade dos detalhes em nível de operação. SageMaker O Profiler 
fornece módulos Python smppy () para adicionar anotações em PyTorch todos TensorFlow os 
scripts de treinamento e ativar o Profiler. SageMaker Você pode acessar os módulos por meio do 
SageMaker Python SDK e do AWS Deep Learning Containers. Para qualquer trabalho executado 
com os módulos SageMaker Profiler Python, você pode carregar os dados do perfil no SageMaker 
aplicativo Profiler UI, que fornece um painel resumido e um cronograma detalhado. Para saber 
mais, consulte Use o Amazon SageMaker Profiler para criar perfis de atividades em AWS recursos 
computacionais.

Esta versão do pacote SageMaker Profiler Python está integrada aos SageMaker seguintes 
contêineres PyTorch de estrutura para e. TensorFlow

• PyTorch v2.0.0

• PyTorch v1.13.1

• TensorFlow v2.12.0
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• TensorFlow v2.11.0

Treinamento distribuído na Amazon SageMaker

SageMaker fornece bibliotecas de treinamento distribuídas e oferece suporte a várias opções de 
treinamento distribuído para tarefas de aprendizado profundo, como visão computacional (CV) 
e processamento de linguagem natural (PNL). Com as bibliotecas SageMaker de treinamento 
distribuídas, você pode executar paralelamente dados personalizados altamente escaláveis 
e econômicos e modelar trabalhos paralelos de treinamento de aprendizado profundo. Você 
também pode usar outras estruturas e pacotes de treinamento distribuídos, como PyTorch 
DistributedDataParallel (DDP)torchrun, MPI (mpirun) e servidor de parâmetros. Em toda a 
documentação, as instruções e os exemplos se concentram em como configurar as opções de 
treinamento distribuído para tarefas de aprendizado profundo usando o SDK do SageMaker Python.

Tip

Para aprender as melhores práticas para computação distribuída em treinamento e 
processamento de trabalhos de machine learning (ML) em geral, consulte Computação 
distribuída com SageMaker as melhores práticas.

Antes de começar

SageMaker O treinamento oferece suporte ao treinamento distribuído em uma única instância e 
em várias instâncias, para que você possa executar treinamentos de qualquer tamanho em grande 
escala. Recomendamos que você use as classes do estimador de estrutura, como PyTorche
TensorFlowno SDK do SageMaker Python, que são os inicializadores de trabalhos de treinamento 
com várias opções de treinamento distribuídas. Ao criar um objeto estimador, o objeto configura 
a infraestrutura de treinamento distribuído, executa a API CreateTrainingJob nos bastidores, 
encontra a região onde sua sessão atual está sendo executada e obtém um dos contêineres pré-
construídos AWS para aprendizado profundo, pré-empacotados com várias bibliotecas, incluindo 
frameworks de aprendizado profundo, frameworks de treinamento distribuído e o driver EFA. Se você 
deseja montar um sistema de arquivos FSx nas instâncias de treinamento, é necessário fornecer 
sua sub-rede VPC e ID do grupo de segurança ao estimador. Antes de executar seu trabalho de 
treinamento distribuído no SageMaker, leia as orientações gerais a seguir sobre a configuração 
básica da infraestrutura.
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Zonas de disponibilidade e backplane de rede

Ao usar várias instâncias (também chamadas de nós), é importante entender a rede que conecta 
as instâncias, como elas leem os dados de treinamento e como compartilham informações entre 
si. Por exemplo, ao executar um trabalho de treinamento distribuído com paralelismo de dados, 
diversos fatores, como a comunicação entre os nós de um cluster de computação para a execução 
da operação AllReduce e a transferência de dados entre os nós e o armazenamento de dados no 
Amazon Simple Storage Service ou no Amazon FSx for Lustre, desempenham um papel crucial para 
alcançar a utilização otimizada de recursos de computação e uma velocidade de treinamento mais 
rápida. Para reduzir a sobrecarga de comunicação, configure as instâncias, a sub-rede da VPC e o 
armazenamento de dados na mesma Região da AWS e zona de disponibilidade.

Instâncias de GPU com rede mais rápida e armazenamento de alto throughput

Tecnicamente, você pode usar qualquer instância para treinamento distribuído. Para casos em 
que você precisa executar trabalhos de treinamento distribuído de vários nós para treinar modelos 
grandes, como modelos de linguagem grande (LLMs) e modelos de difusão, que exigem uma 
comutação mais rápida entre nós, recomendamos instâncias de GPU habilitadas para EFA 
suportadas pelo. SageMaker Especialmente, para obter o trabalho de treinamento distribuído 
com o melhor desempenho SageMaker, recomendamos instâncias P4d e P4de equipadas com 
GPUs NVIDIA A100. Essas instâncias também estão equipadas com armazenamento local de alto 
throughput e baixa latência, além de uma rede intra-nó mais rápida. Para armazenamento de dados, 
recomendamos o Amazon FSx for Lustre que fornece alta taxa de transferência para armazenar 
conjuntos de dados de treinamento e pontos de verificação de modelos.

Comece com o treinamento distribuído na Amazon SageMaker

Se você já estiver familiarizado com o treinamento distribuído, escolha uma das opções a seguir 
que corresponda à sua estratégia ou framework preferido para começar. Se quiser aprender sobre 
treinamento distribuído em geral, consulte the section called “Conceitos básicos de treinamento 
distribuído”.

As bibliotecas de treinamento SageMaker distribuídas são otimizadas para o ambiente de 
SageMaker treinamento, ajudam a adaptar seus trabalhos de treinamento distribuídos e melhoram 
a velocidade e a produtividade do treinamento. SageMaker As bibliotecas oferecem estratégias de 
treinamento tanto para paralelismo de dados quanto para paralelismo de modelos. Eles combinam 
tecnologias de software e hardware para melhorar as comunicações entre GPUs e entre nós e 
ampliam os recursos SageMaker de treinamento com opções integradas que exigem o mínimo de 
alterações de código em seus scripts de treinamento. 
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Use a biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP)

A biblioteca SMDDP melhora a comunicação entre os nós com implementações AllReduce e 
operações de comunicação AllGather coletiva que são otimizadas para a infraestrutura de AWS 
rede e a topologia de instâncias do Amazon SageMaker ML. Você pode usar a biblioteca SMDDP 
como back-end de pacotes de treinamento distribuídos PyTorch baseados: distributed PyTorch data 
parallel (DDP), PyTorch full sharded data paralelism (FSDP) e Megatron-. DeepSpeedDeepSpeed O 
exemplo de código a seguir mostra como definir um PyTorch estimador para iniciar um trabalho de 
treinamento distribuído em duas ml.p4d.24xlarge instâncias.

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ..., 
    instance_count=2, 
    instance_type="ml.p4d.24xlarge", 
    # Activate distributed training with SMDDP 
    distribution={ "pytorchddp": { "enabled": True } }  # mpirun, activates SMDDP 
 AllReduce OR AllGather 
    # distribution={ "torch_distributed": { "enabled": True } }  # torchrun, activates 
 SMDDP AllGather 
    # distribution={ "smdistributed": { "dataparallel": { "enabled": True } } }  # 
 mpirun, activates SMDDP AllReduce OR AllGather
)

Para saber como preparar seu script de treinamento e iniciar um trabalho de treinamento paralelo de 
dados distribuídos em SageMaker, consulte. the section called “SageMaker biblioteca de paralelismo 
de dados distribuídos”

Use a biblioteca de paralelismo de SageMaker modelos (SMP)

SageMaker fornece a biblioteca SMP e oferece suporte a várias técnicas de treinamento distribuído, 
como paralelismo de dados fragmentados, pipelining, paralelismo de tensores, fragmentação de 
estado do otimizador e muito mais. Para saber mais sobre o que a biblioteca SMP oferece, consulte
the section called “Recursos principais”.

Para usar a biblioteca SageMaker de paralelismo de modelos, configure o distribution
parâmetro dos estimadores da SageMaker estrutura. Os estimadores de estrutura suportados são 
e. PyTorchTensorFlow O exemplo de código a seguir mostra como estruturar um estimador de 
framework para treinamento distribuído com a biblioteca de paralelismo de dados em duas instâncias
ml.p4d.24xlarge.
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from sagemaker.framework import Framework

distribution={ 
    "smdistributed": { 
        "modelparallel": { 
            "enabled":True, 
            "parameters": { 
                ...   # enter parameter key-value pairs here 
            } 
        }, 
    }, 
    "mpi": { 
        "enabled" : True, 
        ...           # enter parameter key-value pairs here 
    }
}

estimator = Framework( 
    ..., 
    instance_count=2, 
    instance_type="ml.p4d.24xlarge", 
    distribution=distribution
)

Para saber como adaptar seu script de treinamento, configurar parâmetros de distribuição na
estimator classe e iniciar um trabalho de treinamento distribuído, consulte a biblioteca de 
paralelismo de modelos SageMaker da (consulte também APIs de treinamento distribuído na
documentação do SDK do PythonSageMaker ).

Use frameworks de treinamento distribuído de código aberto

SageMaker também oferece suporte às seguintes opções de operação mpirun e torchrun no 
back-end.

• Para usar PyTorch DistributedDataParallel (DDP) SageMaker com o mpirun back-end, adicione
distribution={"pytorchddp": {"enabled": True}} ao seu PyTorch estimador. Para 
obter mais informações, consulte também o treinamento PyTorch distribuído e o distribution
argumento do SageMaker PyTorch Estimator na documentação do SDK do SageMaker Python.
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Note

Essa opção está disponível para PyTorch 1.12.0 e versões posteriores.

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ..., 
    instance_count=2, 
    instance_type="ml.p4d.24xlarge", 
    distribution={"pytorchddp": {"enabled": True}}  # runs mpirun in the backend
)

• SageMaker oferece suporte ao PyTorch torchrunlançador para treinamento distribuído em 
instâncias Amazon EC2 baseadas em GPU, como P3 e P4, bem como Trn1 com tecnologia do 
dispositivo Trainium. AWS

Para usar PyTorch DistributedDataParallel (DDP) SageMaker com o torchrun back-end, 
adicione distribution={"torch_distributed": {"enabled": True}} ao PyTorch 
estimador.

Note

Essa opção está disponível para PyTorch 1.13.0 e versões posteriores.

O trecho de código a seguir mostra um exemplo de construção de um SageMaker PyTorch 
estimador para executar treinamento distribuído em duas ml.p4d.24xlarge instâncias com a 
opção de distribuição. torch_distributed

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ..., 
    instance_count=2, 
    instance_type="ml.p4d.24xlarge", 
    distribution={"torch_distributed": {"enabled": True}}   # runs torchrun in the 
 backend
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)

Para obter mais informações, consulte  PyTorch Treinamento distribuído e o distribution
argumento do SageMaker PyTorch Estimator na documentação do SDK do SageMaker Python.

Notas para treinamento distribuído no Trn1

Uma instância Trn1 consiste em até 16 dispositivos Trainium, e cada dispositivo Trainium consiste 
em dois. NeuronCores Para as especificações dos dispositivos Trainium AWS, consulte a
Arquitetura Trainium na Documentação do Neuron AWS.

Para treinar nas instâncias com tecnologia Trainium, você só precisa especificar o código da 
instância Trn1,ml.trn1.*, em sequência de caracteres para o instance_type argumento da 
classe estimadora. SageMaker PyTorch Para encontrar os tipos de instância Trn1 disponíveis, 
consulte Arquitetura Trn1 AWS na documentação do Neuron AWS.

Note

SageMaker Atualmente, o treinamento em instâncias Trn1 do Amazon EC2 está disponível 
somente para a PyTorch estrutura nos AWS Deep Learning Containers for Neuron a partir 
da versão 1.11.0. PyTorch Para encontrar uma lista completa das versões compatíveis 
do PyTorch Neuron, consulte Neuron Containers no repositório AWSDeep Learning 
Containers GitHub .

Quando você inicia um trabalho de treinamento em instâncias Trn1 usando o SDK do SageMaker 
Python, seleciona e executa SageMaker automaticamente o contêiner certo dos contêineres
Neuron fornecidos pelo Deep Learning Containers. AWS Os contêineres Neuron são pré-
embalados com configurações e dependências do ambiente de treinamento para facilitar a 
adaptação do seu trabalho de treinamento à plataforma de treinamento e às instâncias SageMaker 
Trn1 do Amazon EC2.

Note

Para executar seu trabalho de PyTorch treinamento em instâncias Trn1 com SageMaker, 
você deve modificar seu script de treinamento para inicializar grupos de processos com 
o xla back-end e usar /XLA. PyTorch Para apoiar o processo de adoção do XLA, o 
AWS Neuron SDK fornece o PyTorch Neuron que usa o XLA para fazer a conversão de 
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operações em instruções do PyTorch Trainium. Para saber como modificar seu script de 
treinamento, consulte o Guia do desenvolvedor para treinamento com PyTorch Neuron 
(torch-neuronx) na documentação do AWSNeuron.

Para obter mais informações, consulte Treinamento distribuído com PyTorch neurônio 
em instâncias Trn1 e o argumento do SageMaker PyTorch Estimator distribution na 
documentação do SDK do Python. SageMaker

• Para usar o MPI em SageMaker, adicione distribution={"mpi": {"enabled": True}} ao 
seu estimador. A opção de distribuição MPI está disponível para as seguintes estruturas: MXNet, 
e. PyTorch TensorFlow

• Para usar um servidor de parâmetros em SageMaker, adicione
distribution={"parameter_server": {"enabled": True}} ao seu estimador. A opção 
de servidor de parâmetros está disponível para as seguintes estruturas: MXNet PyTorch, e. 
TensorFlow

Tip

Para obter mais informações sobre como usar as opções do MPI e do servidor de 
parâmetros por estrutura, use os links a seguir para a documentação do SDK do
SageMaker Python.

• MXNet Distributed Training e o argumento do SageMaker MXNet Estimator
distribution

• PyTorch Treinamento distribuído e SageMaker PyTorch argumento do estimador
distribution

• TensorFlow Treinamento distribuído e SageMaker TensorFlow argumento do estimador.
distribution

Conceitos básicos de treinamento distribuído

SageMakerAs bibliotecas de treinamento distribuído da usam os seguintes termos e recursos de 
treinamento distribuído.

Conjuntos de dados e lotes

• Conjunto de dados de treinamento: todos os dados que você usa para treinar o modelo.
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• Tamanho global do lote: o número de registros selecionados do conjunto de dados de treinamento 
em cada iteração para enviar às GPUs no cluster. Esse é o número de registros sobre os quais o 
gradiente é calculado em cada iteração. Se o paralelismo de dados for utilizado, ele será igual ao 
número total de réplicas do modelo multiplicado pelo tamanho de lote por réplica: global batch 
size = (the number of model replicas) * (per-replica batch size). Um 
único lote de tamanho do lote global geralmente é chamado de minilote na literatura de machine 
learning.

• Tamanho do lote por réplica: quando o paralelismo de dados é utilizado, isso representa o número 
de registros enviados para cada réplica do modelo. Cada réplica do modelo realiza uma passagem 
para frente e uma passagem para trás com este lote para calcular as atualizações de peso. As 
atualizações de peso resultantes são sincronizadas (calculadas em média) em todas as réplicas 
antes que o próximo conjunto de lotes por réplica seja processado.

• Micro-lote: um subconjunto do minilote ou, se o modelo híbrido e o paralelismo de dados forem 
usados, é um subconjunto do lote com tamanho por réplica. Quando você usa a biblioteca 
SageMaker de paralelismo de modelos distribuídos da, cada microlote é inserido no pipeline de 
treinamento one-by-one e segue um cronograma de execução definido pelo tempo de execução 
da biblioteca.

Treinamento

• Época: um ciclo de treinamento em todo o conjunto de dados. É comum ter várias iterações por 
época. O número de épocas que você usa no treinamento é exclusivo em seu modelo e caso de 
uso.

• Iteração: uma única passagem para frente e para trás é realizada utilizando um lote de dados 
de treinamento com um tamanho de lote global (um minilote). O número de iterações realizadas 
durante o treinamento é determinado pelo tamanho global do lote e pelo número de épocas 
usadas para o treinamento. Por exemplo, se um conjunto de dados incluir 5.000 amostras e você 
usar um tamanho de lote global de 500, serão necessárias 10 iterações para concluir uma única 
época.

• Taxa de aprendizagem: uma variável que influencia a quantidade em que os pesos são alterados 
em resposta ao erro calculado do modelo. A taxa de aprendizado desempenha um papel 
importante na capacidade do modelo de convergir, bem como na velocidade e otimalidade dessa 
convergência.

Instâncias e GPUs
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• Instâncias: uma instância de computação de machine learning AWS. Eles também são chamados 
de nós.

• Tamanho do cluster: ao usar SageMaker a biblioteca de treinamento distribuída, esse é o número 
de instâncias multiplicado pelo número de GPUs em cada instância. Por exemplo, se você usar 
duas instâncias ml.p3.8xlarge em um trabalho de treinamento, com 4 GPUs cada, o tamanho 
do cluster será 8. Embora o aumento do tamanho do cluster possa resultar em tempos de 
treinamento mais rápidos, a comunicação entre as instâncias deve ser otimizada; caso contrário, a 
comunicação entre os nós pode adicionar sobrecarga e levar a tempos de treinamento mais lentos. 
A biblioteca de treinamento SageMaker distribuída foi projetada para otimizar a comunicação 
entre as instâncias computacionais de ML do Amazon EC2, levando a uma maior utilização do 
dispositivo e a tempos de treinamento mais rápidos.

Soluções de treinamento distribuído

• Paralelismo de dados: uma estratégia no treinamento distribuído em que um conjunto de dados 
de treinamento é dividido entre várias GPUs em um cluster de computação, composto por várias 
instâncias Amazon EC2 ML. Cada GPU contém uma réplica do modelo, recebe lotes diferentes de 
dados de treinamento, realiza uma passagem para frente e para trás e compartilha as atualizações 
de peso com os outros nós para sincronização antes de passar para o próximo lote e, finalmente, 
outra época.

• Paralelismo de dados: uma estratégia no treinamento distribuído em que o modelo é particionado 
entre várias GPUs em um cluster de computação, composto por várias instâncias Amazon EC2 
ML. O modelo pode ser complexo e ter um grande número de camadas ocultas e pesos, tornando-
o incapaz de caber na memória de uma única instância. Cada GPU carrega um subconjunto do 
modelo, através do qual os dados fluem e as transformações são compartilhadas e compiladas. 
A eficiência do paralelismo de modelos, em termos de utilização de GPU e tempo de treinamento, 
depende muito de como o modelo é particionado e do cronograma de execução utilizado para 
realizar passagens para frente e para trás.

• Cronograma de execução do pipeline (Pipelining): o cronograma de execução em pipelining 
determina a ordem na qual os cálculos (micro-lotes) são realizados e os dados são processados 
entre dispositivos durante o treinamento de modelos. Pipelining é uma técnica para alcançar a 
verdadeira paralelização no paralelismo de modelos e superar a perda de desempenho devido 
à computação sequencial, permitindo que as GPUs calculem simultaneamente em diferentes 
amostras de dados. Para saber mais, consulte Cronograma de execução do pipeline.
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Conceitos avançados

Os profissionais de Machine Learning (ML) geralmente enfrentam dois desafios de escalabilidade ao 
treinar modelos: escalabilidade do tamanho do modelo e escalabilidade de dados de treinamento. 
Embora o tamanho e a complexidade do modelo possam resultar em maior precisão, há um limite 
para o tamanho do modelo que você pode encaixar em uma única CPU ou GPU. Além disso, a 
escalabilidade do tamanho do modelo pode resultar em mais cálculos e períodos de treinamento 
mais longos.

Nem todos os modelos lidam igualmente bem com a escalabilidade dos dados de treinamento, pois 
precisam carregar todos os dados de treinamento na memória para o treinamento. Eles apenas 
escalonam verticalmente, ou seja, para instâncias maiores e maiores. Na maioria dos casos, a 
escalabilidade dos dados de treinamento resulta em períodos de treinamento mais longos.

O aprendizado profundo (Deep Learning, DL) é uma família específica de algoritmos de machine 
learning que consiste em várias camadas de redes neurais artificiais. O método de treinamento 
mais comum é com o Stochastic Gradient Descent (SGD) em minilote. No minilote SGD, o modelo 
é treinado conduzindo pequenas mudanças iterativas de seus coeficientes na direção que reduz 
seu erro. Essas iterações são conduzidas em subamostras de tamanhos iguais do conjunto de 
dados de treinamento, chamadas de minilotes. Para cada minilote, o modelo é executado em cada 
registro do minilote, seu erro medido e o gradiente do erro estimado. Em seguida, o gradiente médio 
é calculado para todas as amostras do minilote e fornece uma direção de atualização para cada 
coeficiente do modelo. Uma passagem completa pelo conjunto de dados de treinamento é chamada 
de época. Treinamentos de modelos geralmente consistem em dezenas a centenas de épocas. O 
SGD com minilotes tem várias vantagens: primeiro, seu design iterativo faz com que o tempo de 
treinamento seja teoricamente linear em relação ao tamanho do conjunto de dados. Segundo, em um 
determinado minilote, cada registro é processado individualmente pelo modelo sem a necessidade 
de comunicação entre registros, exceto pela média final do gradiente. Consequentemente, o 
processamento de um minilote é particularmente adequado para paralelização e distribuição. 

Paralelizar o treinamento SGD distribuindo os registros de um minilote em diferentes dispositivos 
de computação é chamado de treinamento distribuído de paralelismo de dados e é o paradigma de 
distribuição mais comumente usado em DL. O treinamento de paralelismo de dados é uma estratégia 
de distribuição relevante para dimensionar o tamanho do minilote e processar cada minilote 
mais rapidamente. No entanto, o treinamento de paralelismo de dados vem com a complexidade 
adicional de ter que calcular a média do gradiente do minilote com gradientes provenientes de 
todos os operadores e comunicá-la para todos os operadores, uma etapa chamada allreduce, que 
pode representar uma sobrecarga crescente à medida que o cluster de treinamento é escalado, 
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e que também pode penalizar drasticamente o tempo de treinamento se implementado de forma 
inadequada ou em hardware inadequado. 

O SGD paralelismo de dados ainda exige que os desenvolvedores sejam capazes de ajustar pelo 
menos o modelo e um único registro em um dispositivo de computação, como uma única CPU ou 
GPU. Ao treinar modelos muito grandes, como grandes transformadores em Processamento de 
Linguagem Natural (PLN) ou modelos de segmentação em imagens de alta resolução, pode haver 
situações em que isso não é viável. Uma forma alternativa de dividir o workload é particionar o 
modelo em vários dispositivos de computação, uma abordagem chamada treinamento distribuído de 
paralelismo de modelos.

Estratégias

O treinamento distribuído geralmente é dividido em duas abordagens: paralelismo de dados e 
paralelismo de modelos. O paralelismo de dados é a abordagem mais comum para o treinamento 
distribuído: você tem muitos dados, agrupa-os e envia blocos de dados para várias CPUs ou GPUs 
(nós) para serem processados pela rede neural ou pelo algoritmo de ML e, em seguida, combina 
os resultados. A rede neural é a mesma em cada nó. Uma abordagem de paralelismo de modelos
é utilizado com modelos grandes que não cabem na memória de um nó de uma vez; ele quebra o 
modelo e coloca diferentes partes em diferentes nós. Nessa situação, você precisa enviar seus lotes 
de dados para cada nó para que os dados sejam processados em todas as partes do modelo.

Os termos rede e modelo costumam ser usados de forma intercambiável: um modelo grande é, na 
verdade, uma rede grande com muitas camadas e parâmetros. Treinar com uma rede grande produz 
um modelo extenso, e carregar o modelo de volta para a rede com todos os seus parâmetros pré-
treinados e seus pesos implica carregar um modelo grande na memória. Quando você divide um 
modelo para distribuí-lo entre os nós, você também está fragmentando a rede subjacente. Uma rede 
consiste em camadas, e para dividir a rede, você coloca camadas em diferentes dispositivos de 
computação.

Um erro comum ao dividir camadas de forma ingênua entre dispositivos é a subutilização severa 
da GPU. O treinamento é inerentemente sequencial em ambas as passagens para frente e para 
trás, e em um determinado momento, apenas uma GPU pode calcular ativamente, enquanto as 
outras aguardam o envio das ativações. As bibliotecas modernas de paralelismo de modelos 
resolvem esse problema utilizando cronogramas de execução em pipeline para melhorar a utilização 
de dispositivos. No entanto, somente a biblioteca paralela SageMaker de modelos distribuídos 
da Amazon inclui a divisão automática de modelos. Os dois atributos principais da biblioteca, 
divisão automática de modelos e programação de execução em pipeline, simplificam o processo de 
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implementação do paralelismo de modelos ao tomar decisões automatizadas que resultam em uma 
utilização eficiente de dispositivos.

Treine com paralelismo de dados e de modelos

Se você está treinando com um conjunto de dados grande, comece com uma abordagem de 
paralelismo de dados. Se você ficar sem memória durante o treinamento, pode ser interessante 
alternar para uma abordagem de paralelismo de modelos ou tentar uma combinação de paralelismo 
de modelos e de dados. Você também pode tentar o seguinte para melhorar o desempenho com 
paralelismo de dados:

• Altere os hiperparâmetros do seu modelo.
• Reduza o tamanho do lote.
• Continue reduzindo o tamanho do lote até que ele caiba. Se você reduzir o tamanho do lote para 1 

e ainda ficar sem memória, tente o treinamento de paralelismo de modelos.

Experimente a compressão de gradiente (FP16, INT8):

• Em hardware TensorCore equipado com NVIDIA, o uso de treinamento de precisão misto gera 
aceleração e redução no consumo de memória.

• SageMakerA biblioteca de paralelismo de dados distribuído da oferece suporte à Precisão Mista 
Automática (AMP) pronta para uso. Nenhuma ação adicional é necessária para habilitar o AMP, 
além das modificações no nível do framework no seu script de treinamento. Se os gradientes 
estiverem no FP16, a biblioteca de paralelismo de SageMaker dados executará sua operação no 
FP16. AllReduce Para obter mais informações sobre como implementar as APIs de AMP no seu 
script de treinamento, consulte os recursos a seguir:

• Frameworks - PyTorch na documentação de desempenho do NVIDIA Deep Learning

• Frameworks - TensorFlow na documentação de desempenho do NVIDIA Deep Learning

• Precisão mista automática para aprendizado profundo nos documentos de desenvolvedores da 
NVIDIA

• Apresentando a precisão mista PyTorch automática nativa para um treinamento mais rápido em 
GPUs NVIDIA no blog PyTorch

• TensorFlow APIs de precisão mista na documentação TensorFlow

Tente reduzir o tamanho da entrada:
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• Reduza o comprimento da sequência em NLP se aumentar o comprimento da sequência, ajuste o 
tamanho do lote para baixo ou ajuste as GPUs para cima para distribuir o lote.

• Reduza a resolução de imagens.

Verifique se você usa a normalização em lote, pois isso pode afetar a convergência. Quando você 
usa treinamento distribuído, seu lote é dividido entre as GPUs, e o efeito de um tamanho de lote 
muito menor pode ser uma taxa de erro mais alta, prejudicando assim a convergência do modelo. 
Por exemplo, se você prototipou sua rede em uma única GPU com um tamanho de lote de 64 e 
depois aumentou a escala verticalmente para usar quatro p3dn.24xlarge, agora você tem 32 GPUs e 
o tamanho de lote por GPU diminui de 64 para 2. Isso provavelmente comprometerá a convergência 
que você observou com um único nó.

Comece com o treinamento de paralelismo de modelos quando:

• Seu modelo não couber em um único dispositivo.
• Devido ao tamanho do seu modelo, você está enfrentando limitações ao escolher tamanhos de 

lote maiores, como se os pesos do seu modelo ocuparem a maior parte da memória da GPU e 
você for forçado a escolher um tamanho de lote menor e insuficiente. 

Para saber mais sobre as bibliotecas SageMaker distribuídas, consulte o seguinte:

• Execute treinamento distribuído com a biblioteca de SageMaker paralelismo de dados distribuídos

• Biblioteca de paralelismo de SageMaker modelos (arquivada) v1.x

Otimizar o treinamento distribuído

Personalizar hiperparâmetros para seu caso de uso e seus dados para obter a melhor eficiência 
de escalabilidade. Na discussão a seguir, destacamos algumas das variáveis de treinamento mais 
impactantes e fornecemos referências às state-of-the-art implementações para que você possa 
aprender mais sobre suas opções. Além disso, recomendamos que você consulte a documentação 
de treinamento distribuído do seu framework preferido.

• Treinamento distribuído do Apache MXNet
• PyTorch treinamento distribuído
• TensorFlow treinamento distribuído
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Tamanho do lote

SageMaker kits de ferramentas distribuídos geralmente permitem que você treine em lotes maiores. 
Por exemplo, se um modelo cabe em um único dispositivo, mas só pode ser treinado com um lote 
pequeno, o uso do treinamento de paralelismo do modelos ou do treinamento de paralelismo de 
dados permite que você experimente lotes maiores.

Esteja ciente de que o tamanho do lote influencia diretamente na precisão do modelo, controlando a 
quantidade de ruído na atualização do modelo a cada iteração. O aumento do tamanho do lote reduz 
a quantidade de ruído na estimativa do gradiente, o que pode ser benéfico ao aumentar de tamanhos 
de lote muito pequenos, mas pode resultar em uma precisão de modelo degradada à medida que o 
tamanho do lote aumenta para valores grandes. 

Tip

Ajuste seus hiperparâmetros para garantir que seu modelo treine até uma convergência 
satisfatória à medida que você aumenta o tamanho do lote.

Uma série de técnicas foram desenvolvidas para manter uma boa convergência do modelo quando o 
tamanho do lote é aumentado.

Tamanho do minilote

No SGD, o tamanho do minilote quantifica a quantidade de ruído presente na estimativa do 
gradiente. Um minilote pequeno resulta em um gradiente de minilote muito ruidoso, que não é 
representativo do verdadeiro gradiente sobre o conjunto de dados. Um minilote grande resulta 
em um gradiente de minilote próximo ao gradiente verdadeiro sobre o conjunto de dados e 
potencialmente não barulhento o suficiente, provavelmente permanecerá preso em mínimos 
irrelevantes.

Para saber mais sobre essas técnicas, consulte os seguintes documentos:

• Minibatch SGD preciso e grande: treinamento ImageNet em 1 hora, Goya et al.

• PowerAI DDL, Cho et al.

• Escale para grandes minilotes SGD: treinamento de rede residual em ImageNet -1K com maior 
precisão e tempo reduzido de treinamento, Codreanu et al.

• ImageNet Treinamento em minutos, You et al.

• Treinamento em grandes lotes de redes convolucionais, You et al.
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• Otimização de grandes lotes para aprendizado profundo: treinamento do BERT em 76 minutos, 
You et al.

• Otimização acelerada em grandes lotes do pré-treinamento do BERT em 54 minutos, Zheng et al.

• Compressão profunda de gradiente, Lin et al.

Cenários

As seções a seguir abordam cenários nos quais você pode querer aumentar a escala verticalmente 
do treinamento e como você pode fazer isso usando os recursos AWS.

Escalabilidade de uma única GPU para várias GPUs

A quantidade de dados ou o tamanho do modelo usado em machine learning pode criar situações 
em que o tempo para treinar um modelo é mais longo do que você está disposto a esperar. Às 
vezes, o treinamento simplesmente não funciona porque o modelo ou os dados de treinamento são 
muito grandes. Uma solução é aumentar o número de GPUs utilizadas no treinamento. Em uma 
instância com várias GPUs, como uma instância p3.16xlarge que possui oito GPUs, os dados e 
o processamento são divididos entre as oito GPUs. Quando você utiliza bibliotecas de treinamento 
distribuído, isso pode resultar em um aumento quase linear na velocidade com que o modelo é 
treinado. Demora um pouco mais de 1/8 do tempo que levaria p3.2xlarge com uma GPU.

Tipo de instância GPUs

p3.2xlarge 1

p3.8xlarge 4

p3.16xlarge 8

p3dn.24xlarge 8

Note

Os tipos de instância ml usados pelo SageMaker treinamento têm o mesmo número de 
GPUs que os tipos de instância p3 correspondentes. Por exemplo, ml.p3.8xlarge tem o 
mesmo número de GPUs que p3.8xlarge - 4.
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Escalabilidade de uma única instância para várias instâncias

Se quiser escalar ainda mais seu treinamento, você pode usar mais instâncias. No entanto, você 
deve escolher um tipo de instância maior antes de adicionar mais instâncias. Analise a tabela 
anterior para ver quantas GPUs existem em cada tipo de instância p3.

Se você passou de uma única GPU em uma instância p3.2xlarge para quatro GPUs em uma 
instância p3.8xlarge, mas decide que precisa de mais poder de processamento, pode obter 
melhor desempenho e custos mais baixos se escolher uma instância p3.16xlarge maior antes de 
tentar aumentar o número de instâncias. Dependendo das bibliotecas que você utiliza, manter seu 
treinamento em uma única instância pode oferecer melhor desempenho e custos mais baixos do que 
um cenário em que você utiliza várias instâncias.

Quando estiver pronto para escalar o número de instâncias, você pode fazer isso com a estimator
função SageMaker Python SDK definindo seu. instance_count Por exemplo, você pode criar
instance_type = p3.16xlarge e instance_count = 2. Em vez das oito GPUs em uma 
única p3.16xlarge, você tem 16 GPUs em duas instâncias idênticas. O gráfico a seguir mostra a
escalabilidade e throughput começando com oito GPUs em uma única instância e aumentando para 
64 instâncias, totalizando 256 GPUs.
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Scripts de treinamento personalizados

Embora SageMaker simplifique a implantação e a escalabilidade do número de instâncias e GPUs, 
dependendo da estrutura de sua escolha, gerenciar os dados e os resultados pode ser muito 
desafiador, e é por isso que bibliotecas externas de suporte são frequentemente usadas. Essa 
forma mais básica de treinamento distribuído exige a modificação do seu script de treinamento para 
gerenciar a distribuição de dados.
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SageMaker também oferece suporte ao Horovod e às implementações de treinamento distribuído 
nativo de cada estrutura principal de aprendizado profundo. Se você optar por usar exemplos dessas 
estruturas, poderá seguir SageMaker o guia de contêineres para Deep Learning Containers e vários
exemplos de cadernos que demonstram implementações.

Execute treinamento distribuído com a biblioteca de SageMaker paralelismo 
de dados distribuídos

A biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP) amplia os recursos de 
SageMaker treinamento em modelos de aprendizado profundo com eficiência de escalabilidade 
quase linear, fornecendo implementações de operações de comunicação coletiva otimizadas para 
infraestrutura. AWS

Ao treinar grandes modelos de aprendizado de máquina (ML), como modelos de linguagem grande 
(LLM) e modelos de difusão, em um grande conjunto de dados de treinamento, os profissionais de 
ML usam clusters de aceleradores e técnicas de treinamento distribuídas para reduzir o tempo de 
treinamento ou resolver restrições de memória para modelos que não cabem em cada memória 
da GPU. Os profissionais de ML geralmente começam com vários aceleradores em uma única 
instância e depois escalam para clusters de instâncias à medida que seus requisitos de carga de 
trabalho aumentam. À medida que o tamanho do cluster aumenta, também aumenta a sobrecarga de 
comunicação entre vários nós, o que leva à queda no desempenho computacional geral.

Para resolver esses problemas de sobrecarga e memória, a biblioteca SMDDP oferece o seguinte.

• A biblioteca SMDDP otimiza trabalhos de treinamento para infraestrutura de AWS rede e topologia 
de instâncias do Amazon SageMaker ML.

• A biblioteca SMDDP melhora a comunicação entre os nós com implementações AllReduce e 
operações de comunicação AllGather coletiva otimizadas para infraestrutura. AWS

Para saber mais sobre os detalhes das ofertas da biblioteca SMDDP, vá para. the section called 
“Introdução à biblioteca SMDDP”

Para obter mais informações sobre treinamento com a estratégia paralela de modelos oferecida pela 
SageMaker, consulte também. Biblioteca de paralelismo de SageMaker modelos (arquivada) v1.x

Tópicos

• Introdução à biblioteca de SageMaker paralelismo de dados distribuídos

• Estruturas e tipos Regiões da AWS de instâncias compatíveis
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• Como executar um trabalho de treinamento distribuído com a biblioteca de SageMaker paralelismo 
de dados distribuídos

• Dicas de configuração para a biblioteca de SageMaker paralelismo de dados distribuídos

• Perguntas frequentes sobre a SageMaker biblioteca de paralelismo de dados distribuídos da 
Amazon

• Solução de problemas para treinamento distribuído na Amazon SageMaker

Introdução à biblioteca de SageMaker paralelismo de dados distribuídos

A biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP) é uma biblioteca de 
comunicação coletiva que melhora o desempenho computacional do treinamento paralelo de dados 
distribuídos. A biblioteca SMDDP aborda a sobrecarga de comunicação das principais operações de 
comunicação coletiva, oferecendo o seguinte.

1. A biblioteca oferece opções AllReduce otimizadas paraAWS. AllReduceé uma operação chave 
usada para sincronizar gradientes entre GPUs no final de cada iteração de treinamento durante o 
treinamento de dados distribuídos.

2. A biblioteca oferece opções AllGather otimizadas paraAWS. AllGatheré outra operação 
importante usada no treinamento paralelo de dados fragmentados, que é uma técnica de 
paralelismo de dados com eficiência de memória oferecida por bibliotecas populares, como a 
biblioteca de paralelismo de SageMaker modelos (SMP), o Otimizador de Redundância Zero 
( DeepSpeed Zero) e o Paralelismo de Dados Totalmente Compartilhado (FSDP). PyTorch

3. A biblioteca realiza uma node-to-node comunicação otimizada utilizando totalmente a 
infraestrutura de AWS rede e a topologia de instâncias do Amazon EC2.

A biblioteca SMDDP pode aumentar a velocidade de treinamento oferecendo melhoria 
de desempenho à medida que você escala seu cluster de treinamento, com eficiência de 
escalonamento quase linear.

Note

As bibliotecas de treinamento SageMaker distribuídas estão disponíveis por meio dos 
contêineres de aprendizado AWS profundo PyTorch e do Hugging Face na plataforma de 
treinamento. SageMaker Para usar as bibliotecas, você deve usar o SDK do SageMaker 
Python ou as SageMaker APIs por meio do SDK for Python (Boto3) ou. AWS Command Line 
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Interface Em toda a documentação, as instruções e os exemplos se concentram em como 
usar as bibliotecas de treinamento distribuídas com o SDK do SageMaker Python.

Operações de comunicação coletiva SMDDP otimizadas para recursos AWS computacionais e 
infraestrutura de rede

A biblioteca SMDDP fornece implementações AllReduce e operações AllGather coletivas que 
são otimizadas para recursos AWS computacionais e infraestrutura de rede.

Operação coletiva SMDDP AllReduce

A biblioteca SMDDP alcança a sobreposição ideal da AllReduce operação com a passagem para 
trás, melhorando significativamente a utilização da GPU. Ele alcança eficiência de escalonamento 
quase linear e maior velocidade de treinamento ao otimizar as operações do kernel entre CPUs e 
GPUs. A biblioteca funciona AllReduce paralelamente enquanto a GPU calcula gradientes sem 
eliminar ciclos adicionais da GPU, o que faz com que a biblioteca obtenha um treinamento mais 
rápido.

• Aproveita as CPUs: a biblioteca usa CPUs em AllReduce gradientes, descarregando essa tarefa 
das GPUs.

• Melhor uso da GPU: as GPUs do cluster se concentram nos gradientes de computação, 
melhorando sua utilização durante o treinamento.

A seguir está o fluxo de trabalho de alto nível da operação SMDDPAllReduce.

1. A biblioteca atribui classificações às GPUs (trabalhadores).

2. Em cada iteração, a biblioteca divide cada lote global pelo número total de trabalhadores 
(tamanho mundial) e atribui pequenos lotes (fragmentos de lote) aos trabalhadores.

• O tamanho do lote global é (number of nodes in a cluster) * (number of GPUs 
per node) * (per batch shard).

• Um fragmento de lote (ou lote pequeno) é um subconjunto do conjunto de dados atribuído a 
cada GPU (trabalhador) por iteração.

3. A biblioteca inicia um script de treinamento em cada trabalhador.

4. A biblioteca gerencia cópias dos pesos do modelo e gradientes dos trabalhadores ao final de cada 
iteração.
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5. A biblioteca sincroniza os pesos e gradientes do modelo entre os trabalhadores para agregar um 
único modelo treinado.

O diagrama de arquitetura a seguir mostra um exemplo de como a biblioteca configura o paralelismo 
de dados para um cluster de 3 nós.

Operação coletiva SMDDP AllGather

AllGatheré uma operação coletiva em que cada trabalhador começa com um buffer de entrada 
e, em seguida, concatena ou reúne os buffers de entrada de todos os outros trabalhadores em um 
buffer de saída.
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Note

A operação AllGather coletiva SMDDP está disponível em AWS Deep Learning Containers 
(DLC) para PyTorch v2.0.1 smdistributed-dataparallel>=2.0.1 e versões 
posteriores.

AllGatheré muito usado em técnicas de treinamento distribuído, como paralelismo de dados 
fragmentados, em que cada trabalhador individual detém uma fração de um modelo ou uma 
camada fragmentada. Os trabalhadores ligam AllGather antes de avançar e retroceder para 
reconstruir as camadas fragmentadas. Os passes para frente e para trás continuam depois que
todos os parâmetros são reunidos. Durante a passagem para trás, cada trabalhador também solicita
ReduceScatter coletar (reduzir) gradientes e dividi-los (dispersá-los) em fragmentos de gradiente 
para atualizar a camada fragmentada correspondente. Para obter mais detalhes sobre o papel 
dessas operações coletivas no paralelismo de dados fragmentados, consulte a implementação do 
paralelismo de dados fragmentados na biblioteca SMP, ZeRO na DeepSpeed documentação, e o 
blog sobre paralelismo de dados totalmente fragmentados. PyTorch

Como as operações coletivas AllGather são chamadas em cada iteração, elas são as principais 
responsáveis pela sobrecarga de comunicação da GPU. A computação mais rápida dessas 
operações coletivas se traduz diretamente em um tempo de treinamento mais curto, sem efeitos 
colaterais na convergência. Para conseguir isso, a biblioteca SMDDP oferece opções AllGather
otimizadas para instâncias P4d.

O SMDDP AllGather usa as seguintes técnicas para melhorar o desempenho computacional em 
instâncias P4d.

1. Ele transfere dados entre instâncias (entre nós) por meio da rede Elastic Fabric Adapter 
(EFA) com uma topologia de malha. O EFA é a solução AWS de rede de baixa latência e alto 
rendimento. Uma topologia de malha para comunicação de rede entre nós é mais adaptada às 
características do EFA e AWS da infraestrutura de rede. Em comparação com a topologia em anel 
ou árvore NCCL que envolve vários saltos de pacotes, o SMDDP evita o acúmulo de latência de 
vários saltos, pois precisa apenas de um salto. O SMDDP implementa um algoritmo de controle de 
taxa de rede que equilibra a carga de trabalho para cada par de comunicação em uma topologia 
de malha e atinge uma maior taxa de transferência de rede global.

2. Ele adota uma biblioteca de cópias de memória de GPU de baixa latência com base na tecnologia 
NVIDIA GPUDirect RDMA (GDRCopy) para coordenar o tráfego de rede local NVLink e EFA. A 
GDRCopy, uma biblioteca de cópias de memória de GPU de baixa latência oferecida pela NVIDIA, 

SageMaker biblioteca de paralelismo de dados distribuídos 3687

https://engineering.fb.com/2021/07/15/open-source/fsdp/
https://docs.aws.amazon.com/sagemaker/latest/dg/model-parallel-extended-features-pytorch-sharded-data-parallelism.html
https://engineering.fb.com/2021/07/15/open-source/fsdp/
https://deepspeed.readthedocs.io/en/latest/zero3.html#
https://docs.aws.amazon.com/sagemaker/latest/dg/model-parallel-extended-features-pytorch-sharded-data-parallelism.html
https://engineering.fb.com/2021/07/15/open-source/fsdp/
https://docs.aws.amazon.com/sagemaker/latest/dg/model-parallel-extended-features-pytorch-sharded-data-parallelism.html
https://engineering.fb.com/2021/07/15/open-source/fsdp/
https://aws.amazon.com/ec2/instance-types/p4/
https://aws.amazon.com/hpc/efa/
https://aws.amazon.com/hpc/efa/
https://github.com/NVIDIA/gdrcopy
https://github.com/NVIDIA/gdrcopy


Amazon SageMaker Guia do Desenvolvedor

fornece comunicação de baixa latência entre os processos da CPU e os kernels CUDA da GPU. 
Com essa tecnologia, a biblioteca SMDDP é capaz de canalizar a movimentação de dados dentro 
e entre nós.

3. Ele reduz o uso de multiprocessadores de streaming de GPU para aumentar a potência 
computacional para executar kernels de modelos. As instâncias P4d e P4de são equipadas com 
GPUs NVIDIA A100, cada uma com 108 multiprocessadores de streaming. Enquanto o NCCL 
usa até 24 multiprocessadores de streaming para executar operações coletivas, o SMDDP usa 
menos de 9 multiprocessadores de streaming. Os kernels de computação do modelo coletam os 
multiprocessadores de streaming salvos para uma computação mais rápida.

Estruturas e tipos Regiões da AWS de instâncias compatíveis

Antes de usar a biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP), verifique quais 
são as estruturas de ML e os tipos de instância compatíveis e se há cotas suficientes em sua conta 
e. AWS Região da AWS

Estruturas compatíveis

As tabelas a seguir mostram as estruturas de aprendizado profundo e suas versões, além do suporte 
ao paralelismo de dados SageMaker distribuídos. SageMaker O paralelismo de dados SageMaker 
distribuídos está disponível em AWS Deep Learning Containers (DLC) ou pode ser baixado como um 
arquivo binário.

Note

Para verificar as atualizações e notas de lançamento mais recentes da biblioteca, consulte 
também as Notas de versão do SageMaker Data Parallel na documentação do SDK para 
SageMaker Python.

Tópicos

• PyTorch

• PyTorch Relâmpago

• Transformadores Hugging Face

• TensorFlow (obsoleto)
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PyTorch

PyTorch versões SageMaker versões 
de paralelismo de 
dados distribuídos

URI da imagem 
DLC integrado
smdistributed-
dataparallel

URL do arquivo 
binário**

v2.0.1 smdistributed-
dataparallel= 
=v2.0.1

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/pyto 
rch-training:2.0.1-
gpu-py310-cu118-u 
buntu20.04-sagemak 
er

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/2.0.1/cu118/2023- 
10-23/smdistribute 
d_dataparallel-2.0 
.1-cp310-cp310-lin 
ux_x86_64.whl

v2.0.0 smdistributed-
dataparallel= 
=v1.8.0

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:2.0.0-gpu-py310-
cu118-ubuntu20.04-
sagemaker

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/2.0.0/cu118/2023- 
03-20/smdistribute 
d_dataparallel-1.8 
.0-cp310-cp310-lin 
ux_x86_64.whl

v1.13.1 smdistributed-
dataparallel= 
=v1.7.0

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:1.13.1-gpu-py39-
cu117-ubuntu20.04-
sagemaker

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/1.13.1/cu117/2023 
-01-09/smdistribut 
ed_dataparallel-1. 
7.0-cp39-cp39-linu 
x_x86_64.whl

v1.12.1 smdistributed-
dataparallel= 
=v1.6.0

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:1.12.1-gpu-py38-

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/1.12.1/cu113/2022 
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PyTorch versões SageMaker versões 
de paralelismo de 
dados distribuídos

URI da imagem 
DLC integrado
smdistributed-
dataparallel

URL do arquivo 
binário**

cu113-ubuntu20.04-
sagemaker

-12-05/smdistribut 
ed_dataparallel-1. 
6.0-cp38-cp38-linu 
x_x86_64.whl

v1.12.0 smdistributed-
dataparallel= 
=v1.5.0

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:1.12.0-gpu-py38-
cu113-ubuntu20.04-
sagemaker

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/1.12.0/cu113/2022 
-07-01/smdistribut 
ed_dataparallel-1. 
5.0-cp38-cp38-linu 
x_x86_64.whl

v1.11.0 smdistributed-
dataparallel= 
=v1.4.1

763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-trai 
ning:1.11.0-gpu-py38-
cu113-ubuntu20.04-
sagemaker

https://smdatapara 
llel.s3.amazonaws. 
com/binary/pytorch 
/1.11.0/cu113/2022 
-04-14/smdistribut 
ed_dataparallel-1. 
4.1-cp38-cp38-linu 
x_x86_64.whl

Note

O paralelismo de dados SageMaker distribuídos v1.4.0 e versões posteriores funciona como 
um back-end do paralelismo de dados distribuídos ( PyTorchtorch.distributed) (torch.parallel). 
DistributedDataParallel). De acordo com a alteração, as seguintes APIs smdistributed para o
pacote PyTorch distribuído estão obsoletas.

• smdistributed.dataparallel.torch.distributed está obsoleto. Em vez disso, 
use o pacote torch.distributed.
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• smdistributed.dataparallel.torch.parallel.DistributedDataParallel
está obsoleto. Use o torch.nn.parallel. DistributedDataParallelEm vez disso, API.

Se você precisar usar as versões anteriores da biblioteca (v1.3.0 ou anterior), consulte a 
documentação arquivada de paralelismo de dados SageMaker distribuídos na documentação
do SDK do Python. SageMaker

** Os URLs dos arquivos binários são para instalar o paralelismo de dados SageMaker distribuídos 
em contêineres personalizados. Para ter mais informações, consulte Crie seu próprio contêiner 
Docker com a biblioteca paralela de dados SageMaker distribuídos.

PyTorch Relâmpago

PyTorch Versões 
Lightning

PyTorch versões SageMaker 
versões de 
paralelismo de 
dados distribuí 
dos

URI da imagem 
DLC integrado
smdistrib 
uted-data 
parallel

URL do arquivo 
binário**

1.7.2

1.7.0

1.6.4

1.6.3

1.5.10

1.12.0 smdistrib 
uted-data 
parallel= 
=v1.5.0

763104351 
884.dkr.e 
cr.<region>.amazonaw 
s.com/pytorch-
training:1.12.0-
gpu-py38-cu113- 
ubuntu20.04-
sagemaker

https://s 
mdatapara 
llel.s3.a 
mazonaws. 
com/binary/
pytorch/1.12.0/
cu113/2022 
-07-01/sm 
distribut 
ed_datapa 
rallel-1.5.0-
cp38-cp38-linu 
x_x86_64.whl
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Note

PyTorch O Lightning e suas bibliotecas de utilitários, como o Lightning Bolts, não 
estão pré-instalados nos DLCs. PyTorch Ao criar um SageMaker PyTorch estimador 
e enviar uma solicitação de trabalho de treinamento na Etapa 2, você precisa fornecer
requirements.txt para instalação pytorch-lightning e lightning-bolts no 
contêiner de SageMaker PyTorch treinamento.

# requirements.txt
pytorch-lightning
lightning-bolts

Para obter mais informações sobre como especificar o diretório de origem para colocar o
requirements.txt arquivo junto com seu script de treinamento e o envio de um trabalho, 
consulte Uso de bibliotecas de terceiros na documentação do SDK do Amazon SageMaker 
Python.

Transformadores Hugging Face

Os Contêineres de AWS Deep Learning para Hugging Face usam os Contêineres de SageMaker 
Treinamento para PyTorch e TensorFlow como suas imagens base. Para consultar as versões 
e as versões emparelhadas da biblioteca Hugging Face Transformers, consulte as versões mais 
recentes do Hugging Face Containers PyTorch e TensorFlow as versões anteriores do Hugging Face 
Container.

TensorFlow (obsoleto)

Important

A biblioteca SMDDP interrompeu o suporte TensorFlow e não está mais disponível em 
DLCs posteriores à versão 2.11.0. TensorFlow A tabela a seguir lista os DLCs anteriores 
TensorFlow com a biblioteca SMDDP instalada.

SageMaker biblioteca de paralelismo de dados distribuídos 3692

https://docs.aws.amazon.com/sagemaker/latest/dg/data-parallel-use-api.html#data-parallel-framework-estimator
https://sagemaker.readthedocs.io/en/stable/frameworks/pytorch/using_pytorch.html#id12
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#prior-hugging-face-container-versions
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#prior-hugging-face-container-versions
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#huggingface-training-containers
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#prior-hugging-face-container-versions
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#huggingface-training-containers
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#prior-hugging-face-container-versions


Amazon SageMaker Guia do Desenvolvedor

TensorFlow versões SageMaker versões de paralelismo de dados 
distribuídos

2.9.1, 2.10.1, 2.11.0 smdistributed-dataparallel= 
=v1.4.1

2.8.3 smdistributed-dataparallel= 
=v1.3.0

Regiões da AWS

O paralelismo de dados SageMaker distribuídos está disponível em todos os locais em Regiões 
da AWS que os AWSDeep Learning Containers SageMaker estão em serviço. Para obter mais 
informações, consulte as Imagens disponíveis de contêineres de aprendizado profundo.

Tipos de instâncias compatíveis

O paralelismo de dados SageMaker distribuídos requer um dos seguintes tipos de instância.

Tipo de instância

ml.p4d.24xlarge

ml.p4de.24xlarge

Important

A biblioteca SMDDP interrompeu o suporte para instâncias P3. A biblioteca SMDDP oferece 
suporte a tipos de instância equipados com GPUs NVIDIA A100 e EFA.

Para especificações dos tipos de instância, consulte a seção Computação acelerada na página Tipos 
de instância do Amazon EC2. Para obter informações sobre preços de instâncias, consulte Amazon 
SageMaker Pricing.

Se você encontrou uma mensagem de erro semelhante à seguinte, siga as instruções em Solicitar 
um aumento da cota de serviço para SageMaker recursos.
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ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling
the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge
for training job usage' is 0 Instances, with current utilization of 0 Instances
and a request delta of 1 Instances.
Please contact AWS support to request an increase for this limit.

Como executar um trabalho de treinamento distribuído com a biblioteca de SageMaker 
paralelismo de dados distribuídos

A biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP) foi projetada para facilitar o 
uso e fornecer integração perfeita com o. PyTorch

Ao treinar um modelo de aprendizado profundo com a biblioteca SMDDP ativada SageMaker, você 
pode se concentrar em escrever seu script de treinamento e modelo de treinamento.

Para começar, importe a biblioteca SMDDP para usar suas operações coletivas otimizadas para. 
AWS Os tópicos a seguir fornecem instruções sobre o que adicionar ao seu script de treinamento, 
dependendo da operação coletiva que você deseja otimizar.

Tópicos

• Etapa 1: Adapte seu script de treinamento para usar as operações coletivas do SMDDP

• Etapa 2: iniciar um trabalho de treinamento distribuído usando o SDK do SageMaker Python

Etapa 1: Adapte seu script de treinamento para usar as operações coletivas do SMDDP

Os exemplos de scripts de treinamento fornecidos nesta seção são simplificados e destacam 
somente as alterações necessárias para ativar a biblioteca de paralelismo de dados SageMaker 
distribuídos (SMDDP) em seu script de treinamento. Para exemplos end-to-end do notebook Jupyter 
que demonstram como executar um trabalho de treinamento distribuído com a biblioteca SMDDP, 
consulte. Exemplos de cadernos de treinamento SageMaker distribuídos da Amazon

Tópicos

• Use a biblioteca SMDDP em seu PyTorch script de treinamento

• Use a biblioteca SMDDP em seu script de treinamento do PyTorch Lightning

• Use a biblioteca SMDDP em seu script de TensorFlow treinamento (obsoleto)
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Use a biblioteca SMDDP em seu PyTorch script de treinamento

A partir da biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP) v1.4.0, você 
pode usar a biblioteca como uma opção de back-end para o pacote distribuído. PyTorch  Para 
usar o SMDDP AllReduce e as operações AllGather coletivas, você só precisa importar a 
biblioteca SMDDP no início do script de treinamento e definir o SMDDP como o back-end dos 
módulos distribuídos durante a inicialização do grupo de PyTorch processos. Com a única linha 
de especificação de back-end, você pode manter todos os módulos PyTorch distribuídos nativos 
e todo o script de treinamento inalterados. Os trechos de código a seguir mostram como usar a 
biblioteca SMDDP como back-end de pacotes de treinamento distribuídos PyTorch baseados: 
distributed PyTorch data parallel (DDP), full sharded data paralelism (PyTorch FSDP) e Megatron-.
DeepSpeedDeepSpeed

Para PyTorch DDP ou FSDP

Inicialize o grupo de processos da seguinte maneira.

import torch.distributed as dist
import smdistributed.dataparallel.torch.torch_smddp

dist.init_process_group(backend="smddp")

Note

(Somente para trabalhos do PyTorch DDP) Atualmente, o smddp back-
end não oferece suporte à criação de grupos de subprocessos com a API.
torch.distributed.new_group() Você também não pode usar o smddp back-end 
simultaneamente com outros back-ends de grupos de processos, como e. NCCL Gloo

Para DeepSpeed ou Megatron- DeepSpeed

Inicialize o grupo de processos da seguinte maneira.

import deepspeed
import smdistributed.dataparallel.torch.torch_smddp

deepspeed.init_distributed(dist_backend="smddp")
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Note

Para usar o SMDDP AllGather com os lançadores mpirun baseados 
(smdistributedepytorchddp)the section called “Etapa 2: iniciar um trabalho de 
treinamento distribuído”, você também precisa definir a seguinte variável de ambiente em seu 
script de treinamento.

export SMDATAPARALLEL_OPTIMIZE_SDP=true

Para obter orientação geral sobre como escrever um script de treinamento de PyTorch FSDP, 
consulte Treinamento avançado de modelos com dados paralelos totalmente fragmentados (FSDP) 
na documentação. PyTorch

Para obter orientação geral sobre como escrever um script de treinamento de PyTorch DDP, 
consulte Getting started with distributed data parallel na PyTorch documentação.

Depois de concluir a adaptação do seu roteiro de treinamento, prossiga para Etapa 2: iniciar um 
trabalho de treinamento distribuído usando o SDK do SageMaker Python.

Use a biblioteca SMDDP em seu script de treinamento do PyTorch Lightning

Se quiser trazer seu script de treinamento do PyTorchLightning e executar um trabalho de 
treinamento paralelo de dados distribuídos SageMaker, você pode executar o trabalho de 
treinamento com o mínimo de alterações em seu script de treinamento. As mudanças necessárias 
incluem o seguinte: importar os PyTorch módulos da smdistributed.dataparallel biblioteca, 
configurar as variáveis de ambiente para que o PyTorch Lightning aceite as variáveis de SageMaker 
ambiente predefinidas pelo kit de ferramentas de SageMaker treinamento e ative a biblioteca 
SMDDP configurando o back-end do grupo de processos como. "smddp" Para saber mais, siga as 
instruções a seguir que detalham as etapas com exemplos de código.

Note

O suporte ao PyTorch Lightning está disponível na biblioteca paralela de SageMaker dados 
v1.5.0 e versões posteriores.
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PyTorch Lightning == v2.1.0 e == 2.0.1 PyTorch

1. Importe a biblioteca pytorch_lightning e os módulos
smdistributed.dataparallel.torch.

import lightning as pl
import smdistributed.dataparallel.torch.torch_smddp

2. Instancie o. LightningEnvironment

from lightning.fabric.plugins.environments.lightning import LightningEnvironment

env = LightningEnvironment()
env.world_size = lambda: int(os.environ["WORLD_SIZE"])
env.global_rank = lambda: int(os.environ["RANK"])

3. Para PyTorch DDP — Crie um objeto da classe DDPStrategy com "smddp" for
process_group_backend e for e "gpu" passe-o para accelerator a classe Trainer.

import lightning as pl
from lightning.pytorch.strategies import DDPStrategy

ddp = DDPStrategy( 
    cluster_environment=env,  
    process_group_backend="smddp",  
    accelerator="gpu"
)

trainer = pl.Trainer( 
    max_epochs=200,  
    strategy=ddp,  
    devices=num_gpus,  
    num_nodes=num_nodes
)

Para PyTorch FSDP — Crie um objeto da classe FSDPStrategy (com a política de 
empacotamento de escolha) com "smddp" for process_group_backend e for e "gpu" passe 
isso para a classe accelerator Trainer.

import lightning as pl
from lightning.pytorch.strategies import FSDPStrategy
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from functools import partial
from torch.distributed.fsdp.wrap import size_based_auto_wrap_policy

policy = partial( 
    size_based_auto_wrap_policy,  
    min_num_params=10000
)

fsdp = FSDPStrategy( 
    auto_wrap_policy=policy, 
    process_group_backend="smddp",  
    cluster_environment=env
)

trainer = pl.Trainer( 
    max_epochs=200,  
    strategy=fsdp,  
    devices=num_gpus,  
    num_nodes=num_nodes
)

Depois de concluir a adaptação do seu roteiro de treinamento, prossiga para Etapa 2: iniciar um 
trabalho de treinamento distribuído usando o SDK do SageMaker Python.

Note

Ao criar um SageMaker PyTorch estimador e enviar uma solicitação de trabalho de 
treinamentothe section called “Etapa 2: iniciar um trabalho de treinamento distribuído”, 
você precisa fornecer requirements.txt para instalação pytorch-lightning e
lightning-bolts no contêiner de SageMaker PyTorch treinamento.

# requirements.txt
pytorch-lightning
lightning-bolts

Para obter mais informações sobre como especificar o diretório de origem para colocar o
requirements.txt arquivo junto com seu script de treinamento e o envio de um trabalho, 
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consulte Uso de bibliotecas de terceiros na documentação do SDK do Amazon SageMaker 
Python.

Use a biblioteca SMDDP em seu script de TensorFlow treinamento (obsoleto)

Important

A biblioteca SMDDP interrompeu o suporte TensorFlow e não está mais disponível em DLCs 
posteriores à versão 2.11.0. TensorFlow Para encontrar TensorFlow DLCs anteriores com a 
biblioteca SMDDP instalada, consulte. the section called “Estruturas compatíveis”

As etapas a seguir mostram como modificar um script de TensorFlow treinamento para utilizar a 
biblioteca paralela SageMaker de dados distribuídos. 

As APIs da biblioteca foram projetadas para serem semelhantes às APIs do Horovod. Para obter 
mais detalhes sobre cada API que a biblioteca oferece TensorFlow, consulte a documentação da 
TensorFlow API parallel de dados SageMaker distribuídos.

Note

SageMaker distributed data parallel é adaptável a scripts de TensorFlow treinamento 
compostos por módulos tf principais, exceto tf.keras módulos. SageMaker distributed 
data parallel não é compatível TensorFlow com a implementação do Keras.

Note

A biblioteca de paralelismo de dados SageMaker distribuídos oferece suporte à Precisão 
Mista Automática (AMP) pronta para uso. Nenhuma ação adicional é necessária para 
habilitar o AMP, além das modificações no nível do framework no seu script de treinamento. 
Se os gradientes estiverem no FP16, a biblioteca de paralelismo de SageMaker dados 
executará sua operação no FP16. AllReduce Para obter mais informações sobre como 
implementar as APIs de AMP no seu script de treinamento, consulte os recursos a seguir:

• Frameworks - TensorFlow na documentação de desempenho do NVIDIA Deep Learning
• Precisão mista automática para aprendizado profundo nos documentos de 

desenvolvedores da NVIDIA
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• TensorFlow APIs de precisão mista na documentação TensorFlow

1. Importe o TensorFlow cliente da biblioteca e inicialize-o.

import smdistributed.dataparallel.tensorflow as sdp  
sdp.init()

2. Fixe cada GPU em um único smdistributed.dataparallel processo com
local_rank — isso se refere à classificação relativa do processo em um determinado nó. 
A sdp.tensorflow.local_rank() API fornece a classificação local do dispositivo. A 
classificação do nó líder é 0 e as classificações dos nós de processamento são 1, 2, 3 e 
assim por diante. Isso é invocado no seguinte bloco de código comosdp.local_rank().
set_memory_growthnão está diretamente relacionado ao treinamento SageMaker distribuído, 
mas deve ser configurado para treinamento distribuído com TensorFlow.

gpus = tf.config.experimental.list_physical_devices('GPU')
for gpu in gpus: 
    tf.config.experimental.set_memory_growth(gpu, True)
if gpus: 
    tf.config.experimental.set_visible_devices(gpus[sdp.local_rank()], 'GPU')

3. Escale a taxa de aprendizado pelo número de trabalhadores. A API sdp.tensorflow.size()
fornece o número de workers no cluster. Isso é invocado no bloco de código a seguir como
sdp.size().

learning_rate = learning_rate * sdp.size()

4. Use a biblioteca DistributedGradientTape para otimizar as operações AllReduce durante 
o treinamento. Isso envolve tf.GradientTape. 

with tf.GradientTape() as tape: 
      output = model(input) 
      loss_value = loss(label, output) 
     
# SageMaker data parallel: Wrap tf.GradientTape with the library's 
 DistributedGradientTape
tape = sdp.DistributedGradientTape(tape)

SageMaker biblioteca de paralelismo de dados distribuídos 3700

https://www.tensorflow.org/guide/mixed_precision


Amazon SageMaker Guia do Desenvolvedor

5. Transmita as variáveis iniciais do modelo do nó líder (classificação 0) para todos 
os nós de processamento (classificações de 1 a n). Isso é necessário para garantir 
uma inicialização consistente em todas as categorias de trabalhadores. Use a API
sdp.tensorflow.broadcast_variables depois que as variáveis do modelo e 
do otimizador forem inicializadas. Isso é invocado no bloco de código a seguir como
sdp.broadcast_variables().

sdp.broadcast_variables(model.variables, root_rank=0)
sdp.broadcast_variables(opt.variables(), root_rank=0)

6. Por fim, modifique seu script para salvar pontos de verificação somente no nó líder. O nó líder 
tem um modelo sincronizado. Isso também evita que os nós de processamento sobrescrevam os 
pontos de verificação e possivelmente os corrompam.

if sdp.rank() == 0: 
    checkpoint.save(checkpoint_dir)

Veja a seguir um exemplo de script de TensorFlow treinamento para treinamento distribuído com a 
biblioteca.

import tensorflow as tf

# SageMaker data parallel: Import the library TF API
import smdistributed.dataparallel.tensorflow as sdp

# SageMaker data parallel: Initialize the library
sdp.init()

gpus = tf.config.experimental.list_physical_devices('GPU')
for gpu in gpus: 
    tf.config.experimental.set_memory_growth(gpu, True)
if gpus: 
    # SageMaker data parallel: Pin GPUs to a single library process 
    tf.config.experimental.set_visible_devices(gpus[sdp.local_rank()], 'GPU')

# Prepare Dataset
dataset = tf.data.Dataset.from_tensor_slices(...)

# Define Model
mnist_model = tf.keras.Sequential(...)
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loss = tf.losses.SparseCategoricalCrossentropy()

# SageMaker data parallel: Scale Learning Rate
# LR for 8 node run : 0.000125
# LR for single node run : 0.001
opt = tf.optimizers.Adam(0.000125 * sdp.size())

@tf.function
def training_step(images, labels, first_batch): 
    with tf.GradientTape() as tape: 
        probs = mnist_model(images, training=True) 
        loss_value = loss(labels, probs) 

    # SageMaker data parallel: Wrap tf.GradientTape with the library's 
 DistributedGradientTape 
    tape = sdp.DistributedGradientTape(tape) 

    grads = tape.gradient(loss_value, mnist_model.trainable_variables) 
    opt.apply_gradients(zip(grads, mnist_model.trainable_variables)) 

    if first_batch: 
       # SageMaker data parallel: Broadcast model and optimizer variables 
       sdp.broadcast_variables(mnist_model.variables, root_rank=0) 
       sdp.broadcast_variables(opt.variables(), root_rank=0) 

    return loss_value

...

# SageMaker data parallel: Save checkpoints only from master node.
if sdp.rank() == 0: 
    checkpoint.save(checkpoint_dir)

Depois de concluir a adaptação do seu roteiro de treinamento, vá para Etapa 2: iniciar um trabalho 
de treinamento distribuído usando o SDK do SageMaker Python.

Etapa 2: iniciar um trabalho de treinamento distribuído usando o SDK do SageMaker Python

Para executar um trabalho de treinamento distribuído com seu script adaptado dothe section called 
“Etapa 1: Adapte seu script de treinamento para usar as operações coletivas do SMDDP”, use a 
estrutura do SageMaker Python SDK ou estimadores genéricos especificando o script de treinamento 
preparado como um script de ponto de entrada e a configuração de treinamento distribuído.
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Esta página explica como usar o SDK do SageMaker Python de duas maneiras.

• Se você quiser obter uma adoção rápida de seu trabalho de treinamento distribuído em 
SageMaker, configure uma classe de estimador de TensorFlowestrutura SageMaker PyTorchou. 
O estimador da estrutura pega seu script de treinamento e combina automaticamente o URI 
correto da imagem dos Deep Learning  PyTorch Containers (DLC) pré-construídos ou do 
TensorFlow Deep Learning Containers (DLC), considerando o valor especificado para o parâmetro.
framework_version

• Se você quiser estender um dos contêineres pré-criados ou criar um contêiner personalizado para 
criar seu próprio ambiente de ML SageMaker, use a Estimator classe SageMaker genérica e 
especifique o URI da imagem do contêiner Docker personalizado hospedado em seu Amazon 
Elastic Container Registry (Amazon ECR).

Seus conjuntos de dados de treinamento devem ser armazenados no Amazon S3 ou no Amazon 
FSx for Lustre, no Região da AWS onde você está iniciando seu trabalho de treinamento. Se você 
usa notebooks Jupyter, você deve ter uma instância de SageMaker notebook ou um aplicativo 
SageMaker Studio Classic em execução no mesmo. Região da AWS Para obter mais informações 
sobre como armazenar seus dados de treinamento, consulte a documentação de entradas de dados 
do SageMaker Python SDK.

Tip

É altamente recomendável que você use o Amazon FSx for Lustre em vez do Amazon 
S3 para melhorar o desempenho do treinamento. O Amazon FSx tem maior taxa de 
transferência e menor latência do que o Amazon S3.

Escolha um dos tópicos a seguir para obter instruções sobre como executar um trabalho de 
treinamento distribuído do seu script de treinamento. Depois de iniciar um trabalho de treinamento, 
você pode monitorar a utilização do sistema e o desempenho do modelo usando Use o Amazon 
SageMaker Debugger para depurar e melhorar o desempenho do modelo a Amazon CloudWatch.

Enquanto você segue as instruções nos tópicos a seguir para saber mais sobre detalhes técnicos, 
também recomendamos que você experimente o Exemplos de cadernos de treinamento SageMaker 
distribuídos da Amazon para começar.

Tópicos
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• Usando estimadores de estrutura no SDK do Python SageMaker

• Usando o estimador SageMaker genérico para estender contêineres pré-construídos

• Crie seu próprio contêiner Docker com a biblioteca paralela de dados SageMaker distribuídos

Usando estimadores de estrutura no SDK do Python SageMaker

Você pode iniciar o treinamento distribuído adicionando o distribution argumento aos 
estimadores da SageMaker estrutura ou. PyTorchTensorFlow Para obter mais detalhes, escolha 
uma das estruturas suportadas pela biblioteca de paralelismo de dados SageMaker distribuídos 
(SMDDP) nas seguintes seleções.

PyTorch

As seguintes opções de lançador estão disponíveis para iniciar o treinamento PyTorch distribuído.

• pytorchddp— Essa opção executa mpirun e configura as variáveis de ambiente necessárias 
para a execução do treinamento PyTorch distribuído SageMaker. Para usar essa opção, passe 
o dicionário a seguir para o distribution parâmetro.

{ "pytorchddp": { "enabled": True } }

• torch_distributed— Essa opção executa torchrun e configura as variáveis de ambiente 
necessárias para a execução do treinamento PyTorch distribuído SageMaker. Para usar essa 
opção, passe o dicionário a seguir para o distribution parâmetro.

{ "torch_distributed": { "enabled": True } }

• smdistributed— Essa opção também é executadampirun, mas com smddprun isso 
configura as variáveis de ambiente necessárias para a execução do treinamento PyTorch 
distribuído SageMaker.

{ "smdistributed": { "dataparallel": { "enabled": True } } }

Se você optar por substituir o NCCL AllGather pelo SMDDPAllGather, poderá usar todas as 
três opções. Escolha uma opção adequada ao seu caso de uso.
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Se você optar por substituir o NCCL AllReduce pelo SMDDPAllReduce, deverá escolher uma 
das opções mpirun baseadas: ou. smdistributed pytorchddp Você também pode adicionar 
outras opções de MPI da seguinte maneira.

{  
    "pytorchddp": { 
        "enabled": True,  
        "custom_mpi_options": "-verbose -x NCCL_DEBUG=VERSION" 
    }
}

{  
    "smdistributed": {  
        "dataparallel": { 
            "enabled": True,  
            "custom_mpi_options": "-verbose -x NCCL_DEBUG=VERSION" 
        } 
    }
}

O exemplo de código a seguir mostra a estrutura básica de um PyTorch estimador com opções 
de treinamento distribuídas.

from sagemaker.pytorch import PyTorch

pt_estimator = PyTorch( 
    base_job_name="training_job_name_prefix", 
    source_dir="subdirectory-to-your-code", 
    entry_point="adapted-training-script.py", 
    role="SageMakerRole", 
    py_version="py310", 
    framework_version="2.0.1", 

    # For running a multi-node distributed training job, specify a value greater 
 than 1 
    # Example: 2,3,4,..8 
    instance_count=2, 

    # Instance types supported by the SageMaker data parallel library:  
    # ml.p4d.24xlarge, ml.p4de.24xlarge 
    instance_type="ml.p4d.24xlarge", 
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    # Activate distributed training with SMDDP 
    distribution={ "pytorchddp": { "enabled": True } }  # mpirun, activates SMDDP 
 AllReduce OR AllGather 
    # distribution={ "torch_distributed": { "enabled": True } }  # torchrun, 
 activates SMDDP AllGather 
    # distribution={ "smdistributed": { "dataparallel": { "enabled": True } } }  # 
 mpirun, activates SMDDP AllReduce OR AllGather
)

pt_estimator.fit("s3://bucket/path/to/training/data")

Note

PyTorch O Lightning e suas bibliotecas de utilitários, como o Lightning Bolts, não estão 
pré-instalados nos DLCs. SageMaker PyTorch Crie o arquivo requirements.txt a 
seguir e salve no diretório de origem em que você salva o script de treinamento.

# requirements.txt
pytorch-lightning
lightning-bolts

Por exemplo, o diretório de árvore estruturada deve ser semelhante ao seguinte.

### pytorch_training_launcher_jupyter_notebook.ipynb
### sub-folder-for-your-code 
    ###   adapted-training-script.py
    ###   requirements.txt

Para obter mais informações sobre como especificar o diretório de origem para colocar 
o requirements.txt arquivo junto com seu script de treinamento e o envio de um 
trabalho, consulte Uso de bibliotecas de terceiros na documentação do SDK do Amazon 
SageMaker Python.

Considerações para ativar as operações coletivas do SMDDP e usar as opções corretas de 
inicializador de treinamento distribuído

• SMDDP AllReduce e SMDDP não AllGather são mutuamente compatíveis no momento.
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• O SMDDP AllReduce é ativado por padrão ao usar smdistributed oupytorchddp, que 
são lançadores mpirun baseados, e o NCCL é usado. AllGather

• O SMDDP AllGather é ativado por padrão ao usar o torch_distributed lançador e volta 
para o AllReduce NCCL.

• O SMDDP também AllGather pode ser ativado ao usar os lançadores mpirun baseados 
com uma variável de ambiente adicional definida da seguinte forma.

export SMDATAPARALLEL_OPTIMIZE_SDP=true

TensorFlow

Important

A biblioteca SMDDP interrompeu o suporte TensorFlow e não está mais disponível 
em DLCs posteriores à versão 2.11.0. TensorFlow Para encontrar TensorFlow DLCs 
anteriores com a biblioteca SMDDP instalada, consulte. the section called “TensorFlow 
(obsoleto)”

from sagemaker.tensorflow import TensorFlow

tf_estimator = TensorFlow( 
    base_job_name = "training_job_name_prefix", 
    entry_point="adapted-training-script.py", 
    role="SageMakerRole", 
    framework_version="2.11.0", 
    py_version="py38", 

    # For running a multi-node distributed training job, specify a value greater 
 than 1 
    # Example: 2,3,4,..8 
    instance_count=2, 

    # Instance types supported by the SageMaker data parallel library:  
    # ml.p4d.24xlarge, ml.p3dn.24xlarge, and ml.p3.16xlarge
    instance_type="ml.p3.16xlarge", 

    # Training using the SageMaker data parallel distributed training strategy 
    distribution={ "smdistributed": { "dataparallel": { "enabled": True } } }
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)

tf_estimator.fit("s3://bucket/path/to/training/data")

Usando o estimador SageMaker genérico para estender contêineres pré-construídos

Você pode personalizar contêineres SageMaker pré-criados ou estendê-los para lidar com 
quaisquer requisitos funcionais adicionais para seu algoritmo ou modelo que a imagem pré-criada do 
SageMaker Docker não suporte. Para ver um exemplo de como você pode estender um contêiner 
pré-compilado, consulte Estender um contêiner pré-compilado.

Para estender um contêiner pré-compilado ou adaptar seu próprio contêiner para usar a biblioteca, 
você deve usar uma das imagens listadas em Estruturas compatíveis.

Important

De TensorFlow 2.4.1 e PyTorch 1.8.1, os DLCs da estrutura oferecem suporte a tipos 
de instância habilitados para EFA (,). ml.p3dn.24xlarge ml.p4d.24xlarge
Recomendamos que você use as imagens de DLC que contenham TensorFlow 2.4.1 ou 
posterior e PyTorch 1.8.1 ou posterior.

Por exemplo, se você usa PyTorch, seu Dockerfile deve conter uma FROM declaração semelhante à 
seguinte:

# SageMaker PyTorch image
FROM 763104351884.dkr.ecr.<aws-region>.amazonaws.com/pytorch-training:<image-tag>

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker PyTorch container to determine our 
 user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# /opt/ml and all subdirectories are utilized by SageMaker, use the /code subdirectory 
 to store your user code.
COPY train.py /opt/ml/code/train.py

# Defines cifar10.py as script entrypoint
ENV SAGEMAKER_PROGRAM train.py
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Você pode personalizar ainda mais seu próprio contêiner Docker para trabalhar SageMaker usando 
o kit de ferramentas de SageMaker treinamento e o arquivo binário da biblioteca paralela de 
SageMaker dados distribuídos. Para saber mais, consulte as instruções na seção a seguir.

Crie seu próprio contêiner Docker com a biblioteca paralela de dados SageMaker distribuídos

Para criar seu próprio contêiner Docker para treinamento e usar a biblioteca paralela de SageMaker 
dados, você deve incluir as dependências corretas e os arquivos binários das bibliotecas SageMaker 
paralelas distribuídas em seu Dockerfile. Esta seção fornece instruções sobre como criar um 
Dockerfile completo com o conjunto mínimo de dependências para treinamento distribuído no 
SageMaker uso da biblioteca paralela de dados.

Note

Essa opção personalizada do Docker com a biblioteca paralela de SageMaker dados como 
binária está disponível somente para PyTorch.

Para criar um Dockerfile com o kit de ferramentas de SageMaker treinamento e a biblioteca paralela 
de dados

1. Comece com uma imagem do Docker da NVIDIA CUDA. Use as versões de desenvolvedor 
cuDNN que contêm ferramentas de desenvolvimento e tempo de execução CUDA (cabeçalhos e 
bibliotecas) para criar a partir do código-fonte. PyTorch

FROM nvidia/cuda:11.3.1-cudnn8-devel-ubuntu20.04

Tip

As imagens oficiais do Deep Learning Container (DLC) AWS são criadas a partir das
imagens básicas NVIDIA CUDA. Se você quiser usar as imagens de DLC pré-criadas 
como referências enquanto segue o resto das instruções, consulte AWSDeep Learning 
Containers para PyTorch  Dockerfiles.

2. Adicione os argumentos a seguir para especificar versões PyTorch e outros pacotes. Além disso, 
indique os caminhos do bucket do Amazon S3 para a biblioteca SageMaker paralela de dados e 
outros softwares para usar AWS recursos, como o plug-in do Amazon S3.
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Para usar versões de bibliotecas de terceiros diferentes das fornecidas no exemplo de código a 
seguir, recomendamos que você consulte os Dockerfiles oficiais do AWS Deep Learning Container 
PyTorch para encontrar versões testadas, compatíveis e adequadas para seu aplicativo.

Para encontrar URLs para o SMDATAPARALLEL_BINARY argumento, consulte as tabelas de 
pesquisa emEstruturas compatíveis.

ARG PYTORCH_VERSION=1.10.2
ARG PYTHON_SHORT_VERSION=3.8
ARG EFA_VERSION=1.14.1
ARG SMDATAPARALLEL_BINARY=https://smdataparallel.s3.amazonaws.com/binary/pytorch/
${PYTORCH_VERSION}/cu113/2022-02-18/smdistributed_dataparallel-1.4.0-cp38-cp38-
linux_x86_64.whl
ARG PT_S3_WHL_GPU=https://aws-s3-plugin.s3.us-west-2.amazonaws.com/
binaries/0.0.1/1c3e69e/awsio-0.0.1-cp38-cp38-manylinux1_x86_64.whl
ARG CONDA_PREFIX="/opt/conda"
ARG BRANCH_OFI=1.1.3-aws

3. Defina as seguintes variáveis de ambiente para criar adequadamente os componentes de 
SageMaker treinamento e executar a biblioteca paralela de dados. Você usa essas variáveis para 
os componentes nas etapas subsequentes.

# Set ENV variables required to build PyTorch
ENV TORCH_CUDA_ARCH_LIST="7.0+PTX 8.0"
ENV TORCH_NVCC_FLAGS="-Xfatbin -compress-all"
ENV NCCL_VERSION=2.10.3

# Add OpenMPI to the path.
ENV PATH /opt/amazon/openmpi/bin:$PATH

# Add Conda to path
ENV PATH $CONDA_PREFIX/bin:$PATH

# Set this enviroment variable for SageMaker to launch SMDDP correctly.
ENV SAGEMAKER_TRAINING_MODULE=sagemaker_pytorch_container.training:main

# Add enviroment variable for processes to be able to call fork()
ENV RDMAV_FORK_SAFE=1

# Indicate the container type
ENV DLC_CONTAINER_TYPE=training
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# Add EFA and SMDDP to LD library path
ENV LD_LIBRARY_PATH="/opt/conda/lib/python${PYTHON_SHORT_VERSION}/site-packages/
smdistributed/dataparallel/lib:$LD_LIBRARY_PATH"
ENV LD_LIBRARY_PATH=/opt/amazon/efa/lib/:$LD_LIBRARY_PATH

4. Instale ou atualize curl, wget e git para baixar e criar pacotes nas etapas subsequentes.

RUN --mount=type=cache,id=apt-final,target=/var/cache/apt \ 
    apt-get update && apt-get install -y  --no-install-recommends \ 
        curl \ 
        wget \ 
        git \ 
    && rm -rf /var/lib/apt/lists/*

5. Instale o software Elastic Fabric Adapter (EFA) para comunicação de rede do Amazon EC2.

RUN DEBIAN_FRONTEND=noninteractive apt-get update
RUN mkdir /tmp/efa \ 
    && cd /tmp/efa \ 
    && curl --silent -O https://efa-installer.amazonaws.com/aws-efa-installer-
${EFA_VERSION}.tar.gz \ 
    && tar -xf aws-efa-installer-${EFA_VERSION}.tar.gz \ 
    && cd aws-efa-installer \ 
    && ./efa_installer.sh -y --skip-kmod -g \ 
    && rm -rf /tmp/efa

6. Instale o Conda para lidar com o gerenciamento de pacotes.

RUN curl -fsSL -v -o ~/miniconda.sh -O  https://repo.anaconda.com/miniconda/
Miniconda3-latest-Linux-x86_64.sh  && \ 
    chmod +x ~/miniconda.sh && \ 
    ~/miniconda.sh -b -p $CONDA_PREFIX && \ 
    rm ~/miniconda.sh && \ 
    $CONDA_PREFIX/bin/conda install -y python=${PYTHON_SHORT_VERSION} conda-build 
 pyyaml numpy ipython && \ 
    $CONDA_PREFIX/bin/conda clean -ya

7. Obtenha, construa PyTorch e instale suas dependências. Construímos a PyTorch partir do código-
fonte porque precisamos ter controle da versão NCCL para garantir a compatibilidade com o plug-
in AWSOFI NCCL.
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a. Seguindo as etapas no dockerfile PyTorch oficial, instale as dependências de compilação e 
configure o ccache para acelerar a recompilação.

RUN DEBIAN_FRONTEND=noninteractive \ 
    apt-get install -y --no-install-recommends \ 
        build-essential \ 
        ca-certificates \ 
        ccache \ 
        cmake \ 
        git \ 
        libjpeg-dev \ 
        libpng-dev \ 
    && rm -rf /var/lib/apt/lists/* 
   
# Setup ccache
RUN /usr/sbin/update-ccache-symlinks
RUN mkdir /opt/ccache && ccache --set-config=cache_dir=/opt/ccache

b. Instale PyTorchas dependências comuns e do Linux.

# Common dependencies for PyTorch
RUN conda install astunparse numpy ninja pyyaml mkl mkl-include setuptools cmake 
 cffi typing_extensions future six requests dataclasses

# Linux specific dependency for PyTorch
RUN conda install -c pytorch magma-cuda113

c. Clone o PyTorch GitHubrepositório.

RUN --mount=type=cache,target=/opt/ccache \ 
    cd / \ 
    && git clone --recursive https://github.com/pytorch/pytorch -b v
${PYTORCH_VERSION}

d. Instale e construa uma versão específica do NCCL. Para fazer isso, substitua o conteúdo na 
pasta NCCL padrão (/pytorch/third_party/nccl) pela versão específica da NCCL do 
repositório NVIDIA. PyTorch A versão NCCL foi definida na etapa 3 deste guia.

RUN cd /pytorch/third_party/nccl \ 
    && rm -rf nccl \ 
    && git clone https://github.com/NVIDIA/nccl.git -b v${NCCL_VERSION}-1 \ 
    && cd nccl \ 
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    && make -j64 src.build CUDA_HOME=/usr/local/cuda NVCC_GENCODE="-
gencode=arch=compute_70,code=sm_70 -gencode=arch=compute_80,code=sm_80" \ 
    && make pkg.txz.build \ 
    && tar -xvf build/pkg/txz/nccl_*.txz -C $CONDA_PREFIX --strip-components=1

e. Crie e instale PyTorch. Esse processo geralmente leva um pouco mais de 1 hora para ser 
concluído. Ele é construído usando a versão NCCL baixada em uma etapa anterior.

RUN cd /pytorch \ 
    && CMAKE_PREFIX_PATH="$(dirname $(which conda))/../" \ 
    python setup.py install \ 
    && rm -rf /pytorch

8. Crie e instale o plugin OFI NCCL AWS. Isso habilita o suporte libfabric para a biblioteca paralela 
SageMaker de dados.

RUN DEBIAN_FRONTEND=noninteractive apt-get update \ 
    && apt-get install -y --no-install-recommends \ 
        autoconf \ 
        automake \ 
        libtool
RUN mkdir /tmp/efa-ofi-nccl \ 
    && cd /tmp/efa-ofi-nccl \ 
    && git clone https://github.com/aws/aws-ofi-nccl.git -b v${BRANCH_OFI} \ 
    && cd aws-ofi-nccl \ 
    && ./autogen.sh \ 
    && ./configure --with-libfabric=/opt/amazon/efa \ 
    --with-mpi=/opt/amazon/openmpi \ 
    --with-cuda=/usr/local/cuda \ 
    --with-nccl=$CONDA_PREFIX \ 
    && make \ 
    && make install \ 
    && rm -rf /tmp/efa-ofi-nccl

9. Crie e instale TorchVision.

RUN pip install --no-cache-dir -U \ 
    packaging \ 
    mpi4py==3.0.3
RUN cd /tmp \ 
    && git clone https://github.com/pytorch/vision.git -b v0.9.1 \ 
    && cd vision \ 
    && BUILD_VERSION="0.9.1+cu111" python setup.py install \ 
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    && cd /tmp \ 
    && rm -rf vision

10.Instale e configure o OpenSSH. O OpenSSH é necessário para que o MPI se comunique entre 
contêineres. Permita que o OpenSSH se comunique com contêineres sem solicitar confirmação.

RUN apt-get update \ 
    && apt-get install -y  --allow-downgrades --allow-change-held-packages --no-
install-recommends \ 
    && apt-get install -y --no-install-recommends openssh-client openssh-server \ 
    && mkdir -p /var/run/sshd \ 
    && cat /etc/ssh/ssh_config | grep -v StrictHostKeyChecking > /etc/ssh/
ssh_config.new \ 
    && echo "    StrictHostKeyChecking no" >> /etc/ssh/ssh_config.new \ 
    && mv /etc/ssh/ssh_config.new /etc/ssh/ssh_config \ 
    && rm -rf /var/lib/apt/lists/*

# Configure OpenSSH so that nodes can communicate with each other
RUN mkdir -p /var/run/sshd && \ 
 sed 's@session\s*required\s*pam_loginuid.so@session optional pam_loginuid.so@g' -i /
etc/pam.d/sshd
RUN rm -rf /root/.ssh/ && \ 
 mkdir -p /root/.ssh/ && \ 
 ssh-keygen -q -t rsa -N '' -f /root/.ssh/id_rsa && \ 
 cp /root/.ssh/id_rsa.pub /root/.ssh/authorized_keys \ 
 && printf "Host *\n StrictHostKeyChecking no\n" >> /root/.ssh/config

11.Instale o plug-in PT S3 para acessar com eficiência conjuntos de dados no Amazon S3.

RUN pip install --no-cache-dir -U ${PT_S3_WHL_GPU}
RUN mkdir -p /etc/pki/tls/certs && cp /etc/ssl/certs/ca-certificates.crt /etc/pki/
tls/certs/ca-bundle.crt

12.Instale a biblioteca libboost. Esse pacote é necessário para conectar em rede a funcionalidade de 
E/S assíncrona da biblioteca SageMaker paralela de dados.

WORKDIR /
RUN wget https://sourceforge.net/projects/boost/files/boost/1.73.0/
boost_1_73_0.tar.gz/download -O boost_1_73_0.tar.gz \ 
    && tar -xzf boost_1_73_0.tar.gz \ 
    && cd boost_1_73_0 \ 
    && ./bootstrap.sh \ 
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    && ./b2 threading=multi --prefix=${CONDA_PREFIX} -j 64 cxxflags=-fPIC cflags=-
fPIC install || true \ 
    && cd .. \ 
    && rm -rf boost_1_73_0.tar.gz \ 
    && rm -rf boost_1_73_0 \ 
    && cd ${CONDA_PREFIX}/include/boost

13.Instale as seguintes SageMaker ferramentas para PyTorch treinamento.

WORKDIR /root
RUN pip install --no-cache-dir -U \ 
    smclarify \ 
    "sagemaker>=2,<3" \ 
    sagemaker-experiments==0.* \ 
    sagemaker-pytorch-training

14.Por fim, instale o binário paralelo de SageMaker dados e as dependências restantes.

RUN --mount=type=cache,id=apt-final,target=/var/cache/apt \ 
  apt-get update && apt-get install -y  --no-install-recommends \ 
  jq \ 
  libhwloc-dev \ 
  libnuma1 \ 
  libnuma-dev \ 
  libssl1.1 \ 
  libtool \ 
  hwloc \ 
  && rm -rf /var/lib/apt/lists/*

RUN SMDATAPARALLEL_PT=1 pip install --no-cache-dir ${SMDATAPARALLEL_BINARY}

15.Depois de concluir a criação do Dockerfile, consulte Adaptando seu próprio contêiner de 
treinamento para aprender a criar o contêiner do Docker, hospedá-lo no Amazon ECR e executar 
um trabalho de treinamento usando o SDK do Python. SageMaker

O código de exemplo a seguir mostra um Dockerfile completo depois de combinar todos os blocos de 
código anteriores.

# This file creates a docker image with minimum dependencies to run SageMaker data 
 parallel training
FROM nvidia/cuda:11.3.1-cudnn8-devel-ubuntu20.04
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# Set appropiate versions and location for components
ARG PYTORCH_VERSION=1.10.2
ARG PYTHON_SHORT_VERSION=3.8
ARG EFA_VERSION=1.14.1
ARG SMDATAPARALLEL_BINARY=https://smdataparallel.s3.amazonaws.com/binary/pytorch/
${PYTORCH_VERSION}/cu113/2022-02-18/smdistributed_dataparallel-1.4.0-cp38-cp38-
linux_x86_64.whl
ARG PT_S3_WHL_GPU=https://aws-s3-plugin.s3.us-west-2.amazonaws.com/
binaries/0.0.1/1c3e69e/awsio-0.0.1-cp38-cp38-manylinux1_x86_64.whl
ARG CONDA_PREFIX="/opt/conda"
ARG BRANCH_OFI=1.1.3-aws

# Set ENV variables required to build PyTorch
ENV TORCH_CUDA_ARCH_LIST="3.7 5.0 7.0+PTX 8.0"
ENV TORCH_NVCC_FLAGS="-Xfatbin -compress-all"
ENV NCCL_VERSION=2.10.3

# Add OpenMPI to the path.
ENV PATH /opt/amazon/openmpi/bin:$PATH

# Add Conda to path
ENV PATH $CONDA_PREFIX/bin:$PATH

# Set this enviroment variable for SageMaker to launch SMDDP correctly.
ENV SAGEMAKER_TRAINING_MODULE=sagemaker_pytorch_container.training:main

# Add enviroment variable for processes to be able to call fork()
ENV RDMAV_FORK_SAFE=1

# Indicate the container type
ENV DLC_CONTAINER_TYPE=training

# Add EFA and SMDDP to LD library path
ENV LD_LIBRARY_PATH="/opt/conda/lib/python${PYTHON_SHORT_VERSION}/site-packages/
smdistributed/dataparallel/lib:$LD_LIBRARY_PATH"
ENV LD_LIBRARY_PATH=/opt/amazon/efa/lib/:$LD_LIBRARY_PATH

# Install basic dependencies to download and build other dependencies
RUN --mount=type=cache,id=apt-final,target=/var/cache/apt \ 
  apt-get update && apt-get install -y  --no-install-recommends \ 
  curl \ 
  wget \ 
  git \ 
  && rm -rf /var/lib/apt/lists/*
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# Install EFA.
# This is required for SMDDP backend communication
RUN DEBIAN_FRONTEND=noninteractive apt-get update
RUN mkdir /tmp/efa \ 
    && cd /tmp/efa \ 
    && curl --silent -O https://efa-installer.amazonaws.com/aws-efa-installer-
${EFA_VERSION}.tar.gz \ 
    && tar -xf aws-efa-installer-${EFA_VERSION}.tar.gz \ 
    && cd aws-efa-installer \ 
    && ./efa_installer.sh -y --skip-kmod -g \ 
    && rm -rf /tmp/efa

# Install Conda
RUN curl -fsSL -v -o ~/miniconda.sh -O  https://repo.anaconda.com/miniconda/Miniconda3-
latest-Linux-x86_64.sh  && \ 
    chmod +x ~/miniconda.sh && \ 
    ~/miniconda.sh -b -p $CONDA_PREFIX && \ 
    rm ~/miniconda.sh && \ 
    $CONDA_PREFIX/bin/conda install -y python=${PYTHON_SHORT_VERSION} conda-build 
 pyyaml numpy ipython && \ 
    $CONDA_PREFIX/bin/conda clean -ya

# Install PyTorch.
# Start with dependencies listed in official PyTorch dockerfile
# https://github.com/pytorch/pytorch/blob/master/Dockerfile
RUN DEBIAN_FRONTEND=noninteractive \ 
    apt-get install -y --no-install-recommends \ 
        build-essential \ 
        ca-certificates \ 
        ccache \ 
        cmake \ 
        git \ 
        libjpeg-dev \ 
        libpng-dev && \ 
    rm -rf /var/lib/apt/lists/*

# Setup ccache
RUN /usr/sbin/update-ccache-symlinks
RUN mkdir /opt/ccache && ccache --set-config=cache_dir=/opt/ccache

# Common dependencies for PyTorch
RUN conda install astunparse numpy ninja pyyaml mkl mkl-include setuptools cmake cffi 
 typing_extensions future six requests dataclasses
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# Linux specific dependency for PyTorch
RUN conda install -c pytorch magma-cuda113

# Clone PyTorch
RUN --mount=type=cache,target=/opt/ccache \ 
    cd / \ 
    && git clone --recursive https://github.com/pytorch/pytorch -b v${PYTORCH_VERSION}
# Note that we need to use the same NCCL version for PyTorch and OFI plugin.
# To enforce that, install NCCL from source before building PT and OFI plugin.

# Install NCCL.
# Required for building OFI plugin (OFI requires NCCL's header files and library)
RUN cd /pytorch/third_party/nccl \ 
    && rm -rf nccl \ 
    && git clone https://github.com/NVIDIA/nccl.git -b v${NCCL_VERSION}-1 \ 
    && cd nccl \ 
    && make -j64 src.build CUDA_HOME=/usr/local/cuda NVCC_GENCODE="-
gencode=arch=compute_70,code=sm_70 -gencode=arch=compute_80,code=sm_80" \ 
    && make pkg.txz.build \ 
    && tar -xvf build/pkg/txz/nccl_*.txz -C $CONDA_PREFIX --strip-components=1

# Build and install PyTorch.
RUN cd /pytorch \ 
    && CMAKE_PREFIX_PATH="$(dirname $(which conda))/../" \ 
    python setup.py install \ 
    && rm -rf /pytorch

RUN ccache -C

# Build and install OFI plugin. \
# It is required to use libfabric.
RUN DEBIAN_FRONTEND=noninteractive apt-get update \ 
    && apt-get install -y --no-install-recommends \ 
        autoconf \ 
        automake \ 
        libtool
RUN mkdir /tmp/efa-ofi-nccl \ 
    && cd /tmp/efa-ofi-nccl \ 
    && git clone https://github.com/aws/aws-ofi-nccl.git -b v${BRANCH_OFI} \ 
    && cd aws-ofi-nccl \ 
    && ./autogen.sh \ 
    && ./configure --with-libfabric=/opt/amazon/efa \ 
        --with-mpi=/opt/amazon/openmpi \ 
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        --with-cuda=/usr/local/cuda \ 
        --with-nccl=$CONDA_PREFIX \ 
    && make \ 
    && make install \ 
    && rm -rf /tmp/efa-ofi-nccl

# Build and install Torchvision
RUN pip install --no-cache-dir -U \ 
    packaging \ 
    mpi4py==3.0.3
RUN cd /tmp \ 
    && git clone https://github.com/pytorch/vision.git -b v0.9.1 \ 
    && cd vision \ 
    && BUILD_VERSION="0.9.1+cu111" python setup.py install \ 
    && cd /tmp \ 
    && rm -rf vision

# Install OpenSSH.
# Required for MPI to communicate between containers, allow OpenSSH to talk to 
 containers without asking for confirmation
RUN apt-get update \ 
    && apt-get install -y  --allow-downgrades --allow-change-held-packages --no-
install-recommends \ 
    && apt-get install -y --no-install-recommends openssh-client openssh-server \ 
    && mkdir -p /var/run/sshd \ 
    && cat /etc/ssh/ssh_config | grep -v StrictHostKeyChecking > /etc/ssh/
ssh_config.new \ 
    && echo "    StrictHostKeyChecking no" >> /etc/ssh/ssh_config.new \ 
    && mv /etc/ssh/ssh_config.new /etc/ssh/ssh_config \ 
    && rm -rf /var/lib/apt/lists/*
# Configure OpenSSH so that nodes can communicate with each other
RUN mkdir -p /var/run/sshd && \ 
    sed 's@session\s*required\s*pam_loginuid.so@session optional pam_loginuid.so@g' -
i /etc/pam.d/sshd
RUN rm -rf /root/.ssh/ && \ 
    mkdir -p /root/.ssh/ && \ 
    ssh-keygen -q -t rsa -N '' -f /root/.ssh/id_rsa && \ 
    cp /root/.ssh/id_rsa.pub /root/.ssh/authorized_keys \ 
    && printf "Host *\n StrictHostKeyChecking no\n" >> /root/.ssh/config

# Install PT S3 plugin.
# Required to efficiently access datasets in Amazon S3
RUN pip install --no-cache-dir -U ${PT_S3_WHL_GPU}
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RUN mkdir -p /etc/pki/tls/certs && cp /etc/ssl/certs/ca-certificates.crt /etc/pki/tls/
certs/ca-bundle.crt

# Install libboost from source.
# This package is needed for smdataparallel functionality (for networking asynchronous 
 IO).
WORKDIR /
RUN wget https://sourceforge.net/projects/boost/files/boost/1.73.0/boost_1_73_0.tar.gz/
download -O boost_1_73_0.tar.gz \ 
    && tar -xzf boost_1_73_0.tar.gz \ 
    && cd boost_1_73_0 \ 
    && ./bootstrap.sh \ 
    && ./b2 threading=multi --prefix=${CONDA_PREFIX} -j 64 cxxflags=-fPIC cflags=-fPIC 
 install || true \ 
    && cd .. \ 
    && rm -rf boost_1_73_0.tar.gz \ 
    && rm -rf boost_1_73_0 \ 
    && cd ${CONDA_PREFIX}/include/boost

# Install SageMaker PyTorch training.
WORKDIR /root
RUN pip install --no-cache-dir -U \ 
    smclarify \ 
    "sagemaker>=2,<3" \ 
    sagemaker-experiments==0.* \ 
    sagemaker-pytorch-training

# Install SageMaker data parallel binary (SMDDP)
# Start with dependencies
RUN --mount=type=cache,id=apt-final,target=/var/cache/apt \ 
    apt-get update && apt-get install -y  --no-install-recommends \ 
        jq \ 
        libhwloc-dev \ 
        libnuma1 \ 
        libnuma-dev \ 
        libssl1.1 \ 
        libtool \ 
        hwloc \ 
    && rm -rf /var/lib/apt/lists/*

# Install SMDDP
RUN SMDATAPARALLEL_PT=1 pip install --no-cache-dir ${SMDATAPARALLEL_BINARY}
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Tip

Para obter mais informações gerais sobre a criação de um Dockerfile personalizado para 
treinamento em SageMaker, consulte Use seus próprios algoritmos de treinamento.

Tip

Se você quiser estender o Dockerfile personalizado para incorporar a biblioteca SageMaker 
paralela do modelo, consulte. Crie seu próprio contêiner Docker com a biblioteca paralela de 
modelos SageMaker distribuídos

Dicas de configuração para a biblioteca de SageMaker paralelismo de dados 
distribuídos

Leia as dicas a seguir antes de usar a biblioteca de paralelismo de dados SageMaker distribuídos 
(SMDDP). Essa lista inclui dicas que são aplicáveis a todos os frameworks.

Tópicos

• Pré-processamento de dados

• Nódulos únicos versus múltiplos

• Depure a eficiência do escalonamento com o Debugger

• Tamanho do lote

• Opções personalizadas de MPI

• Use o Amazon FSx e configure uma capacidade de throughput e de armazenamento ideal

Pré-processamento de dados

Se você pré-processar dados durante o treinamento usando uma biblioteca externa que utiliza a 
CPU, você pode se deparar com um gargalo de CPU porque o Distributed SageMaker Data Parallel 
usa a CPU para operações. AllReduce Você pode melhorar o tempo de treinamento movendo 
as etapas de pré-processamento para uma biblioteca que usa GPUs, ou concluindo todo o pré-
processamento antes do treinamento.
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Nódulos únicos versus múltiplos

Recomendamos o uso dessa biblioteca com vários nós. A biblioteca pode ser usada com uma 
configuração de um único host e vários dispositivos (por exemplo, uma única instância de 
computação de ML com várias GPUs); no entanto, quando você usa dois ou mais nós, a operação
AllReduce da biblioteca proporciona uma melhoria significativa na performance. Além disso, em um 
único host, o NVLink já contribui para a eficiência no nó AllReduce.

Depure a eficiência do escalonamento com o Debugger

Você pode usar o Amazon SageMaker Debugger para monitorar e visualizar a utilização da 
CPU e da GPU e outras métricas de interesse durante o treinamento. Você pode usar as regras 
integradas do Depurador para monitorar problemas de performance de computação, como
CPUBottleneck, LoadBalancing e LowGPUUtilization. Você pode especificar essas regras 
com as configurações do Debugger ao definir um estimador de SDK do Amazon Python SageMaker . 
Se você usa AWS CLI e AWS SDK for Python (Boto3) para treinar SageMaker, você pode habilitar 
o Debugger conforme mostrado em Configurar o depurador usando a API da SageMaker Amazon. 
SageMaker

Para ver um exemplo usando o Debugger em um trabalho de SageMaker treinamento, você pode 
consultar um dos exemplos de cadernos no repositório Notebook Examples. SageMaker GitHub 
Para saber mais sobre o Debugger, consulte Amazon Debugger. SageMaker

Tamanho do lote

No treinamento distribuído, à medida que mais nós são adicionados, os tamanhos dos lotes devem 
aumentar proporcionalmente. Para melhorar a velocidade de convergência à medida que você 
adiciona mais nós ao seu trabalho de treinamento e aumenta o tamanho do lote global, aumente a 
taxa de aprendizagem.

Uma maneira de conseguir isso é usar um aquecimento gradual da taxa de aprendizagem em 
que a taxa de aprendizagem aumenta de um valor pequeno para um valor grande à medida que o 
trabalho de treinamento progride. Essa rampa evita um aumento repentino da taxa de aprendizagem, 
permitindo uma convergência íntegra no início do treinamento. Por exemplo, você pode usar uma
regra em escala linear em que cada vez que o tamanho do minilote é multiplicado por k, a taxa de 
aprendizagem também é multiplicada por k. Para saber mais sobre essa técnica, consulte o paper de 
pesquisa Accurate, Large Minibatch SGD: Training ImageNet in 1 Hour, Seções 2 e 3.
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Opções personalizadas de MPI

A biblioteca paralela de dados SageMaker distribuídos emprega a Interface de Passagem de 
Mensagens (MPI), um padrão popular para gerenciar a comunicação entre nós em um cluster de 
alto desempenho, e usa a biblioteca NCCL da NVIDIA para comunicação em nível de GPU. Quando 
você usa a biblioteca paralela de dados com um TensorFlow ou PytorchEstimator, o respectivo 
contêiner configura o ambiente MPI e executa o mpirun comando para iniciar trabalhos nos nós do 
cluster.

Você pode definir operações MPI personalizadas usando o parâmetro custom_mpi_options no
Estimator. Todas mpirun as bandeiras passadas nesse campo são adicionadas ao mpirun
comando e executadas por SageMaker para treinamento. Por exemplo, você pode definir o 
parâmetro distribution de um Estimator usando o seguinte para usar a variável NCCL_DEBUG
para imprimir a versão NCCL no início do programa:

distribution = {'smdistributed':{'dataparallel':{'enabled': True, "custom_mpi_options": 
 "-verbose -x NCCL_DEBUG=VERSION"}}}

Use o Amazon FSx e configure uma capacidade de throughput e de armazenamento ideal

Ao treinar um modelo em vários nós com paralelismo de dados distribuídos, é altamente 
recomendável usar o FSx for Lustre. O Amazon FSx é um serviço de armazenamento escalável e 
de alta performance que oferece suporte ao armazenamento de arquivos compartilhado com uma 
taxa de transferência mais rápida. Usando o armazenamento FSX da Amazon em escala, você pode 
alcançar uma velocidade de carregamento de dados mais rápida nos nós de computação.

Normalmente, com o paralelismo de dados distribuídos, você esperaria que a taxa de transferência 
total do treinamento fosse escalada quase linearmente com o número de GPUs. No entanto, se você 
usa o armazenamento FSx Amazon abaixo do ideal, a performance do treinamento poderá diminuir 
devido a uma baixa taxa de transferência do Amazon FSx.

Por exemplo, se você usa o tipo de implantação SCRATCH_2 dos sistemas de arquivos FSx da 
Amazon com a capacidade de armazenamento mínima de 1.2 TiB, a capacidade de throughput 
de E/S é 240 MB/s. O armazenamento FSx da Amazon funciona de forma que você possa atribuir 
dispositivos de armazenamento físico e, quanto mais dispositivos forem atribuídos, maior será a taxa 
de transferência. O menor incremento de armazenamento para o tipo SRATCH_2 é de 1.2 TiB e o 
ganho de taxa de transferência correspondente é de 240 MB/s.

Suponha que você tem um modelo para treinar em um cluster de 4 nódulos em um conjunto de 
dados de 100 GB. Com um determinado tamanho do lote otimizado para o cluster, suponha que o 
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modelo possa concluir uma epoch em cerca de 30 segundos. Nesse caso, a velocidade mínima de 
E/S obrigatória é de aproximadamente 3 Gb/s (100 GB/ 30 s). Aparentemente, este é um requisito de 
throughput mais alta do que 240 MB/s. Com uma capacidade tão limitada do Amazon FSx, escalar 
seu trabalho de treinamento distribuído para clusters maiores pode agravar os problemas de gargalo 
de E/S; a taxa de transferência do treinamento de modelos pode melhorar em epochs posteriores 
à medida que o cache se acumula, mas a taxa de transferência do Amazon FSx ainda pode ser um 
gargalo.

Para aliviar esses problemas de gargalo de E/S, você deve aumentar o tamanho do armazenamento 
do Amazon FSx para obter uma maior capacidade de throughput. Normalmente, para encontrar uma 
taxa de transferência de E/S ideal, você pode experimentar diferentes capacidades de throughput do 
Amazon FSx, atribuindo uma taxa de transferência igual ou um pouco menor do que sua estimativa, 
até descobrir que é suficiente para resolver os problemas de gargalo de E/S. No caso do exemplo 
acima mencionado, o armazenamento FSx da Amazon com taxa de transferência de 2,4 GB/s e 
67 GB de cache de RAM seria suficiente. Se o sistema de arquivos tiver uma taxa de transferência 
ideal, a taxa de transferência de treinamento de modelos deve atingir o máximo imediatamente ou 
após a primeira epoch, à medida que o cache se acumula.

Para saber mais sobre como aumentar os tipos de armazenamento e implantação do Amazon FSx, 
consulte as seguintes páginas na documentação do Amazon FSx for Lustre:

• Como aumentar a capacidade de armazenamento

• Performance do sistema de arquivos agregados

Perguntas frequentes sobre a SageMaker biblioteca de paralelismo de dados 
distribuídos da Amazon

Use o seguinte para encontrar respostas às perguntas mais frequentes sobre a biblioteca SMDDP.

P: Ao usar a biblioteca, como as instâncias allreduce de CPU compatíveis são gerenciadas? 
Preciso criar clusters heterogêneos de CPU-GPU ou o SageMaker serviço cria C5s extras para 
trabalhos que usam a biblioteca SMDDP?

A biblioteca SMDDP suporta apenas instâncias de GPU, mais especificamente, instâncias P4d 
e P4de com GPUs NVIDIA A100 e EFA. Nenhuma instância C5 ou CPU adicional é iniciada; 
se seu trabalho de SageMaker treinamento estiver em um cluster P4d de 8 nós, somente 8
ml.p4d.24xlarge instâncias serão usadas. Nenhuma instância adicional é provisionada.
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P: Tenho um trabalho de treinamento que leva 5 dias em uma única instância ml.p3.24xlarge
com um conjunto de hiperparâmetros H1 (taxa de aprendizagem, tamanho do lote, otimizador, 
etc.). Usar a biblioteca SageMaker de paralelismo de dados e um cluster cinco vezes maior é 
suficiente para atingir uma aceleração aproximada de cinco vezes? Ou eu tenho que revisitar seus 
hiperparâmetros de treinamento depois de ativar a biblioteca SMDDP?

A biblioteca altera o tamanho geral do lote. O novo tamanho geral do lote é dimensionado 
linearmente com o número de instâncias de treinamento usadas. Como resultado disso, 
hiperparâmetros, como a taxa de aprendizagem, precisam ser alterados para garantir a 
convergência.

P: A biblioteca SMDDP é compatível com o Spot?

Sim. Você pode usar o treinamento gerenciado de spots Você especifica o caminho para o arquivo 
do ponto de verificação no trabalho SageMaker de treinamento. Você salva e restaura os pontos de 
verificação no seu script de treinamento, conforme mencionado nas últimas etapas de the section 
called “TensorFlow (obsoleto)” e the section called “PyTorch”.

P: A biblioteca SMDDP é relevante em uma configuração de um único host e vários dispositivos?

A biblioteca pode ser usada no treinamento de vários dispositivos com um único host, mas a 
biblioteca oferece melhorias de desempenho somente no treinamento com vários hosts.

P: Onde o conjunto de dados de treinamento deve ser armazenado?

O conjunto de dados de treinamento pode ser armazenado em um bucket do Amazon S3 ou em 
um drive do Amazon FSx. Consulte este documento para conhecer vários sistemas de arquivos de 
entrada compatíveis para um trabalho de treinamento.

P: Ao usar a biblioteca SMDDP, é obrigatório ter dados de treinamento no FSx for Lustre? O Amazon 
EFS e o Amazon S3 podem ser usados?

Geralmente, recomendamos que você use o Amazon FSx por causa de sua menor latência e maior 
taxa de throughput. Se você preferir, poderá usar o Amazon EFS ou o Amazon S3.

P: A biblioteca pode ser usada com nós de CPU?

Não. Para encontrar os tipos de instância compatíveis com a biblioteca SMDDP, consulte. the section 
called “Tipos de instâncias compatíveis”

P: Quais estruturas e versões de estruturas são atualmente suportadas pela biblioteca SMDDP no 
lançamento?
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a biblioteca SMDDP atualmente suporta PyTorch v1.6.0 ou posterior e v2.3.0 ou posterior. 
TensorFlow Ele não suporta TensorFlow 1.x. Para obter mais informações sobre qual versão da 
biblioteca SMDDP está empacotada em contêineres de aprendizado AWS profundo, consulte Notas 
de lançamento de contêineres de aprendizado profundo.

P: A biblioteca tem suporte AMP?

Sim, a biblioteca SMDDP oferece suporte à Precisão Mista Automática (AMP) pronta para uso. 
Nenhuma ação adicional é necessária para usar o AMP além das modificações no nível do 
framework no seu script de treinamento. Se os gradientes estiverem no FP16, a biblioteca de 
paralelismo de SageMaker dados executará sua operação no FP16. AllReduce Para obter mais 
informações sobre como implementar as APIs de AMP no seu script de treinamento, consulte os 
recursos a seguir:

• Frameworks - PyTorch na documentação do NVIDIA Deep Learning Performance
• Frameworks - TensorFlow na documentação do NVIDIA Deep Learning Performance
• Precisão mista automática para aprendizado profundo nos documentos de desenvolvedores da 

NVIDIA
• Apresentando a precisão mista PyTorch automática nativa para um treinamento mais rápido em 

GPUs NVIDIA no blog PyTorch
• TensorFlow APIs de precisão mista na documentação TensorFlow

P: Como posso identificar se meu trabalho de treinamento distribuído está lento devido ao gargalo de 
E/S?

Com um cluster maior, o trabalho de treinamento exige mais taxa de transferência de E/S e, portanto, 
a taxa de transferência de treinamento pode levar mais tempo (mais períodos) para atingir o 
desempenho máximo. Isso indica que a I/O está sendo congestionada e que o cache é mais difícil de 
construir à medida que você aumenta a escala dos nós (maior exigência de taxa de transferência e 
topologia de rede mais complexa). Para obter mais informações sobre o monitoramento da taxa de 
transferência do Amazon FSx em CloudWatch, consulte Monitoramento do FSx for Lustre no Guia do 
usuário do FSx for Lustre.

P: Como resolvo gargalos de E/S ao executar um trabalho de treinamento distribuído com 
paralelismo de dados?

É altamente recomendável que você use o Amazon FSx como seu canal de dados se estiver usando 
o Amazon S3. Se você já usa o Amazon FSx, mas ainda tem problemas de gargalo de E/S, talvez 
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tenha configurado seu sistema de arquivos Amazon FSx com uma baixa taxa de transferência de E/
S e uma pequena capacidade de armazenamento. Para obter mais informações sobre como calcular 
e escolher o dimensionamento certo da capacidade de taxa de transferência de E/S, consulte Use o 
Amazon FSx e configure uma capacidade de throughput e de armazenamento ideal.

P: (Para a biblioteca v1.4.0 ou posterior) Como resolvo o erro Invalid backend ao inicializar o 
grupo de processos.

Se você encontrar a mensagem de erro ValueError: Invalid backend: 'smddp'
ao ligarinit_process_group, isso se deve à alteração significativa na biblioteca 
SMDDP v1.4.0 e versões posteriores. Você deve importar o PyTorch cliente da 
biblioteca,smdistributed.dataparallel.torch.torch_smddp, que se registra smddp como 
back-end para. PyTorch Para saber mais, consulte the section called “PyTorch”.

P: (Para a biblioteca SMDDP v1.4.0 ou posterior), gostaria de chamar as primitivas coletivas da 
interface. torch.distributed Quais primitivas são compatíveis com o back-end smddp?

Na versão v1.4.0, a biblioteca SMDP suportaall_reduce,, broadcast reduceall_gather, e
barrier da interface. torch.distributed

P: (Para a biblioteca SMDDP v1.4.0 ou posterior) Essa nova API funciona com outras classes ou 
bibliotecas personalizadas de DDP, como o Apex DDP?

A biblioteca SMDDP é testada com outras bibliotecas paralelas de dados distribuídos de terceiros 
e implementações de estrutura que usam os módulos. torch.distribtued O uso da biblioteca 
SMDDP com classes de DDP personalizadas funciona desde que as operações coletivas usadas 
pelas classes de DDP personalizadas sejam suportadas pela biblioteca SMDDP. Consulte a 
pergunta anterior para obter uma lista dos coletivos suportados. Se você tiver esses casos de uso 
e precisar de mais suporte, entre em contato com a SageMaker equipe por meio do AWSSupport 
Center ou dos fóruns de AWS desenvolvedores da Amazon SageMaker.

P: A biblioteca SMDDP oferece suporte à opção bring-your-own-container (BYOC)? Em caso 
afirmativo, como faço para instalar a biblioteca e executar um trabalho de treinamento distribuído 
escrevendo um Dockerfile personalizado?

Se você quiser integrar a biblioteca SMDDP e suas dependências mínimas em seu próprio contêiner 
Docker, o BYOC é a abordagem correta. Você pode criar seu próprio contêiner usando o arquivo 
binário da biblioteca. O processo recomendado é escrever um Dockerfile personalizado com a 
biblioteca e suas dependências, criar o contêiner Docker, hospedá-lo no Amazon ECR e usar o 
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URI da imagem ECR para iniciar um trabalho de treinamento usando a classe estimadora genérica. 
SageMaker Para obter mais instruções sobre como preparar um Dockerfile personalizado para 
treinamento distribuído SageMaker com a biblioteca SMDDP, consulte. Crie seu próprio contêiner 
Docker com a biblioteca paralela de dados SageMaker distribuídos

Solução de problemas para treinamento distribuído na Amazon SageMaker

Se você tiver problemas ao executar um trabalho de treinamento ao usar a biblioteca, use a lista 
a seguir para tentar solucionar o problema. Se precisar de mais suporte, entre em contato com a 
SageMaker equipe por meio do AWSSupport Center ou dos fóruns de AWS desenvolvedores da 
Amazon Amazon SageMaker.

Tópicos

• Usando dados SageMaker distribuídos paralelamente com o Amazon SageMaker Debugger e os 
pontos de verificação

• Um prefixo inesperado anexado às chaves de parâmetros do modelo

• SageMaker paralisação do trabalho de treinamento distribuído durante a inicialização

• SageMaker treinamento distribuído, paralisação de empregos no final do treinamento

• Observando a degradação da eficiência de escalabilidade devido aos gargalos na taxa de 
transferência do Amazon FSx

• SageMaker trabalho de treinamento distribuído com avisos de depreciação de PyTorch devoluções

Usando dados SageMaker distribuídos paralelamente com o Amazon SageMaker Debugger e os 
pontos de verificação

Para monitorar gargalos do sistema, criar perfis de operações de estrutura e depurar tensores de 
saída do modelo para trabalhos de treinamento com SageMaker dados distribuídos paralelamente, 
use o Amazon Debugger. SageMaker

No entanto, ao usar o SageMaker Debugger, SageMaker Distributed Data Parallel e SageMaker 
checkpoints, você pode ver um erro parecido com o exemplo a seguir.

SMDebug Does Not Currently Support Distributed Training Jobs With Checkpointing Enabled

Isso ocorre devido a um erro interno entre o Debugger e os pontos de verificação, que ocorre quando 
você ativa o Distributed SageMaker Data Parallel.
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• Se você habilitar todos os três recursos, o SageMaker Python SDK desativará automaticamente o 
Debugger passandodebugger_hook_config=False, o que equivale ao exemplo de estrutura a 
seguir. estimator

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"

# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, 
 checkpoint_in_bucket)

estimator = TensorFlow( 
    ... 

    distribution={"smdistributed": {"dataparallel": { "enabled": True }}}, 
    checkpoint_s3_uri=checkpoint_s3_bucket, 
    checkpoint_local_path="/opt/ml/checkpoints", 
    debugger_hook_config=False
)

• Se você quiser continuar usando dados SageMaker distribuídos paralelamente e o 
SageMaker Debugger, uma solução alternativa é adicionar manualmente funções de ponto de 
verificação ao seu script de treinamento em vez de especificar os parâmetros e do estimador.
checkpoint_s3_uri checkpoint_local_path Para obter mais informações sobre como 
configurar o ponto de verificação manual em um script de treinamento, consulte Salvando pontos 
de verificação.

Um prefixo inesperado anexado às chaves de parâmetros do modelo

Para trabalhos de treinamento PyTorch distribuídos, um prefixo inesperado (modelpor exemplo) 
pode ser anexado às state_dict chaves (parâmetros do modelo). A biblioteca paralela de 
SageMaker dados não altera nem acrescenta diretamente nenhum nome de parâmetro do modelo 
quando os trabalhos de PyTorch treinamento salvam artefatos do modelo. O PyTorch treinamento 
distribuído altera os nomes no state_dict para acessar a rede, precedendo o prefixo. Se você 
encontrar algum problema de falha no modelo devido a nomes de parâmetros diferentes ao usar a 
biblioteca paralela de SageMaker dados e o ponto de verificação para PyTorch treinamento, adapte 
o código de exemplo a seguir para remover o prefixo na etapa em que você carrega os pontos de 
verificação em seu script de treinamento.
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state_dict = {k.partition('model.')[2]:state_dict[k] for k in state_dict.keys()}

Isso considera cada chave state_dict como um valor de string, separa a string na primeira 
ocorrência de 'model.' e pega o terceiro item da lista (com índice 2) da string particionada.

Para obter mais informações sobre o problema do prefixo, consulte um tópico de discussão em
Nomes de parâmetros de prefixo no modelo salvo se treinados por várias GPUs? no fórum de 
PyTorch discussão.

Para obter mais informações sobre os PyTorch métodos para salvar e carregar modelos, consulte
Salvando e carregando modelos entre dispositivos na PyTorchdocumentação.

SageMaker paralisação do trabalho de treinamento distribuído durante a inicialização

Se seu trabalho de treinamento paralelo de dados SageMaker distribuídos parar durante a 
inicialização ao usar instâncias habilitadas para EFA (ml.p3dn.24xlargeeml.p4d.24xlarge), 
isso pode ser devido a uma configuração incorreta no grupo de segurança da sub-rede VPC usada 
para o trabalho de treinamento. O EFA exige uma configuração de grupo de segurança adequada 
para habilitar o tráfego entre os nós.

Para configurar as regras de entrada e saída dos grupos de segurança:

1. Faça login no AWS Management Console e abra o console do Amazon VPC em https:// 
console.aws.amazon.com/vpc/.

2. No painel de navegação esquerdo, escolha Grupos de Segurança.

3. Selecione o grupo de segurança vinculado à sub-rede da VPC que você usa para treinamento.

4. Na seção Detalhes, copie a ID do grupo de segurança.

5. Na guia Regras de entrada, selecione Editar regras de entrada.

6. Na página Editar regras de entrada, faça o seguinte:

a. Escolha Adicionar regra.

b. Para Tipo, escolha Todo o tráfego.

c. Em Fonte, escolha Personalizado, cole o ID do grupo de segurança na caixa de pesquisa e 
selecione o grupo de segurança que aparece.

7. Escolha Salvar regras para concluir a configuração da regra de entrada para o grupo de 
segurança.

8. Na guia Regras de saída, escolha Editar regras de saída.

9. Repita as etapas 6 e 7 para adicionar a mesma regra como regra de saída.
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Depois de concluir as etapas anteriores para configurar o grupo de segurança com as regras 
de entrada e saída, execute novamente o trabalho de treinamento e verifique se o problema de 
paralisação foi resolvido.

Para obter mais informações sobre como configurar grupos de segurança, consulte Grupos de 
segurança para sua VPC e Elastic Fabric Adapter.

SageMaker treinamento distribuído, paralisação de empregos no final do treinamento

Uma das causas raiz dos problemas de paralisação no final do treinamento é uma não-
correspondência no número de lotes que são processados por época em diferentes classificações. 
Todos os operadores (GPUs) sincronizam seus gradientes locais na passagem para trás para 
garantir que todos tenham a mesma cópia do modelo no final da iteração em lote. Se os tamanhos 
dos lotes forem atribuídos de forma desigual a diferentes grupos de trabalhadores durante a época 
final do treinamento, o trabalho de treinamento será interrompido. Por exemplo, enquanto um grupo 
de operadores (grupo A) termina de processar todos os lotes e sai do ciclo de treinamento, outro 
grupo de operadores (grupo B) começa a processar outro lote e ainda espera que a comunicação do 
grupo A sincronize os gradientes. Isso faz com que o grupo B espere pelo grupo A, que já concluiu o 
treinamento e não tem nenhum gradiente para sincronizar.

Portanto, ao configurar seu conjunto de dados de treinamento, é importante que cada operador 
obtenha o mesmo número de amostras de dados para que cada operador passe pelo mesmo 
número de lotes durante o treinamento. Certifique-se de que cada classificação receba o mesmo 
número de lotes para evitar esse problema de paralisação.

Observando a degradação da eficiência de escalabilidade devido aos gargalos na taxa de 
transferência do Amazon FSx

Uma possível causa da redução da eficiência de escalonamento é o limite da taxa de transferência 
do FSx. Se você observar uma queda repentina na eficiência de escalonamento ao mudar para um 
cluster de treinamento maior, tente usar um sistema de arquivos FSx for Lustre maior com um limite 
de taxa de throughput mais alto. Para obter mais informações, consulte Performance do sistema de 
arquivos agregado e Gerenciamento da capacidade de armazenamento e capacidade de throughput
no Guia do usuário do Amazon FSx for Lustre.

SageMaker trabalho de treinamento distribuído com avisos de depreciação de PyTorch devoluções

Desde a versão 1.4.0, a biblioteca de paralelismo de dados SageMaker distribuídos funciona como 
um back-end de distribuídos. PyTorch Devido à alteração significativa do uso da biblioteca com 

SageMaker biblioteca de paralelismo de dados distribuídos 3731

https://docs.aws.amazon.com/vpc/latest/userguide/VPC_SecurityGroups.html
https://docs.aws.amazon.com/vpc/latest/userguide/VPC_SecurityGroups.html
https://docs.aws.amazon.com/AWSEC2/latest/UserGuide/efa.html
https://docs.aws.amazon.com/fsx/latest/LustreGuide/performance.html#fsx-aggregate-perf
https://docs.aws.amazon.com/fsx/latest/LustreGuide/performance.html#fsx-aggregate-perf
https://docs.aws.amazon.com/fsx/latest/LustreGuide/managing-storage-capacity.html


Amazon SageMaker Guia do Desenvolvedor

PyTorch, você pode encontrar uma mensagem de aviso de que as smdistributed APIs do pacote 
PyTorch distribuído estão obsoletas. A mensagem de aviso deve ser semelhante à seguinte:

smdistributed.dataparallel.torch.dist is deprecated in the SageMaker distributed data 
 parallel library v1.4.0+.
Please use torch.distributed and specify 'smddp' as a backend when initializing process 
 group as follows:
torch.distributed.init_process_group(backend='smddp')
For more information, see the library's API documentation at
https://docs.aws.amazon.com/sagemaker/latest/dg/data-parallel-modify-sdp-pt.html

Na versão 1.4.0 e posterior, a biblioteca só precisa ser importada uma vez na parte superior do script 
de treinamento e definida como back-end durante a PyTorch inicialização distribuída. Com a única 
linha de especificação de back-end, você pode manter seu script de PyTorch treinamento inalterado 
e usar diretamente os módulos PyTorch distribuídos. Veja Use a biblioteca SMDDP em seu PyTorch 
script de treinamento para saber mais sobre as mudanças mais recentes e a nova forma de usar a 
biblioteca com PyTorch.

SageMaker biblioteca de paralelismo de modelos v2

Note

Desde o lançamento da biblioteca de paralelismo de SageMaker modelos (SMP) v2.0.0 em 
19 de dezembro de 2023, essa documentação foi renovada para a biblioteca SMP v2. Para 
versões anteriores da biblioteca SMP, consultethe section called “Biblioteca de paralelismo 
de SageMaker modelos (arquivada) v1.x”.

A biblioteca de paralelismo de SageMaker modelos da Amazon é um recurso SageMaker que 
permite treinamento otimizado e de alto desempenho em grande escala para SageMaker acelerar 
instâncias de computação. the section called “Principais recursos do SMP v2”Isso inclui técnicas 
e otimizações para acelerar e simplificar o treinamento de grandes modelos, como paralelismo 
híbrido de dados fragmentados, paralelismo de tensores, ponto de verificação de ativação e 
descarregamento de ativação. Você pode usar a biblioteca SMP para acelerar o treinamento e o 
ajuste fino de modelos de linguagem grande (LLMs), modelos de visão ampla (LVMs) e modelos 
básicos (FMs) com centenas de bilhões de parâmetros.

A biblioteca de paralelismo de SageMaker modelos v2 (SMP v2) alinha as APIs e os métodos da 
biblioteca com o paralelismo de dados PyTorch totalmente fragmentado (FSDP) de código aberto, 
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o que oferece o benefício das otimizações de desempenho do SMP com o mínimo de alterações no 
código. Com o SMP v2, você pode melhorar o desempenho computacional do treinamento de um 
modelo state-of-the-art grande SageMaker trazendo seus scripts de treinamento do PyTorch FSDP 
para o. SageMaker

Você pode usar o SMP v2 para trabalhos gerais de SageMaker treinamento e cargas de trabalho de 
treinamento distribuídas em clusters. the section called “SageMaker HyperPod”

Tópicos

• Introdução ao paralelismo de modelos

• Estruturas compatíveis e Regiões da AWS

• Comece com a biblioteca de paralelismo de SageMaker modelos v2

• Principais características da biblioteca de paralelismo de SageMaker modelos v2

• SageMaker melhores práticas de paralelismo de modelos distribuídos

• A referência da biblioteca paralela do SageMaker modelo v2

• Notas de lançamento da biblioteca de SageMaker paralelismo de modelos

• Biblioteca de paralelismo de SageMaker modelos (arquivada) v1.x

Introdução ao paralelismo de modelos

O paralelismo de modelos é um método de treinamento distribuído no qual o modelo de aprendizado 
profundo (DL) é particionado em várias GPUs e instâncias. O SageMaker modelo parallel library v2 
(SMP v2) é compatível com as PyTorch APIs e os recursos nativos. Isso torna conveniente adaptar 
seu script de treinamento PyTorch Fully Sharded Data Parallel (FSDP) à plataforma de SageMaker 
treinamento e aproveitar a melhoria de desempenho que o SMP v2 oferece.

Esta página de introdução fornece uma visão geral de alto nível sobre o paralelismo de modelos e 
uma descrição de como ele pode ajudar a superar os problemas que surgem ao treinar modelos 
de aprendizado profundo (DL) que normalmente são muito grandes. Ele também fornece exemplos 
do que a biblioteca paralela de SageMaker modelos oferece para ajudar a gerenciar estratégias 
paralelas de modelos e o consumo de memória.

O que é paralelismo de modelos?

Aumentar o tamanho dos modelos de aprendizado profundo (camadas e parâmetros) gera maior 
precisão para tarefas complexas, como visão computacional e processamento de linguagem natural. 
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No entanto, há um limite para o tamanho máximo do modelo que você pode colocar na memória de 
uma única GPU. Ao treinar modelos de DL, as limitações de memória da GPU podem ser gargalos 
das seguintes maneiras:

• Eles limitam o tamanho do modelo que você pode treinar, porque a área ocupada pela memória de 
um modelo é dimensionada proporcionalmente ao número de parâmetros.

• Limitam o tamanho do lote por GPU durante o treinamento, reduzindo a utilização da GPU e a 
eficiência do treinamento.

Para superar as limitações associadas ao treinamento de um modelo em uma única GPU, 
SageMaker fornece a biblioteca paralela de modelos para ajudar a distribuir e treinar modelos de 
DL de forma eficiente em vários nós de computação. Além disso, com a biblioteca, você pode obter 
um treinamento distribuído otimizado usando dispositivos compatíveis com a EFA, que aprimoram 
o desempenho da comunicação entre nós com baixa latência, alto rendimento e desvio do sistema 
operacional.

Estime os requisitos de memória antes de usar o paralelismo do modelo

Antes de usar a biblioteca paralela de SageMaker modelos, considere o seguinte para ter uma ideia 
dos requisitos de memória do treinamento de grandes modelos de DL.

Para um trabalho de treinamento que usa precisão mista automática, como float16 (FP16) ou
bfloat16 (BF16) e otimizadores Adam, a memória de GPU necessária por parâmetro é de cerca de 
20 bytes, que podemos dividir da seguinte forma:

• Um parâmetro FP16 ou BF16 ~ 2 bytes

• Um gradiente FP16 ou BF16 ~ 2 bytes

• Um estado de otimizador FP32 de ~ 8 bytes com base nos otimizadores Adam

• Uma cópia FP32 do parâmetro ~ 4 bytes [necessária para a operação optimizer apply (OA)]

• Uma cópia FP32 do gradiente ~ 4 bytes [necessária para a operação (OA)]

Mesmo para um modelo DL relativamente pequeno com 10 bilhões de parâmetros, ele pode exigir 
pelo menos 200 GB de memória, o que é muito maior do que a memória de GPU típica (por exemplo, 
NVIDIA A100 com memória de 40 GB/80 GB) disponível em uma única GPU. Além dos requisitos 
de memória para os estados do modelo e do otimizador, há outros consumidores de memória, como 
ativações geradas na passagem direta. A memória necessária pode ser muito superior a 200 GB.
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Para treinamento distribuído, recomendamos que você use instâncias P4 e P5 do Amazon EC2 
que tenham GPUs NVIDIA A100 e H100 Tensor Core, respectivamente. Para obter mais detalhes 
sobre especificações como núcleos de CPU, RAM, volume de armazenamento anexado e largura de 
banda de rede, consulte a seção Computação acelerada na página Tipos de instância do Amazon 
EC2. Para tipos de exemplo compatíveis com o SMP v2, consulte. the section called “Tipos de 
instâncias compatíveis”

Mesmo com as instâncias de computação acelerada, modelos com cerca de 10 bilhões de 
parâmetros, como Megatron-LM e T5, e modelos ainda maiores com centenas de bilhões de 
parâmetros, como GPT-3, não cabem réplicas de modelos em cada dispositivo de GPU.

Como a biblioteca emprega técnicas de paralelismo de modelos e economia de memória

A biblioteca consiste em vários tipos de atributos de paralelismo de modelos e atributos de economia 
de memória, como fragmentação de estado do otimizador, ponto de verificação de ativação e 
descarregamento de ativação. Todas essas técnicas podem ser combinadas para treinar com 
eficiência modelos grandes que consistem em centenas de bilhões de parâmetros.

Tópicos

• Paralelismo de dados fragmentados

• Paralelismo de tensores

• Ativação, ponto de verificação e descarga

• Escolhendo as técnicas certas para seu modelo

Paralelismo de dados fragmentados

O paralelismo de dados fragmentados é uma técnica de treinamento distribuído que economiza 
memória e divide o estado de um modelo (parâmetros do modelo, gradientes e estados do 
otimizador) em GPUs dentro de um grupo paralelo de dados.

SageMaker implementa o paralelismo de dados fragmentados por meio do FSDP e o estende para 
implementar a estratégia de fragmentação híbrida com reconhecimento de escala discutida na 
postagem do blog Escalonamento quase linear do treinamento de modelos gigantes em. AWS

Você pode aplicar o paralelismo de dados fragmentados ao seu modelo como uma estratégia 
independente. Além disso, se você estiver usando as instâncias de GPU de melhor desempenho 
equipadas com GPUs NVIDIA A100 Tensor Coreml.p4de.24xlarge, ml.p4d.24xlarge
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você pode aproveitar as vantagens da maior velocidade de treinamento da AllGather operação 
oferecida pela biblioteca de paralelismo de SageMaker dados (SMDDP).

Para se aprofundar no paralelismo de dados fragmentados e aprender como configurá-lo ou usar 
uma combinação de paralelismo de dados fragmentados com outras técnicas, como paralelismo de 
tensores e treinamento misto de precisão, consulte. the section called “Paralelismo híbrido de dados 
fragmentados”

Paralelismo de tensores

O paralelismo tensorial divide camadas individuais ou nn.Modules entre dispositivos para 
funcionar em paralelo. A figura a seguir mostra o exemplo mais simples de como a biblioteca 
SMP divide um modelo com quatro camadas para obter o paralelismo de tensores bidirecionais 
(). "tensor_parallel_degree": 2 Na figura a seguir, as notações para model parallel group, 
tensor parallel group e data parallel group são MP_GROUPTP_GROUP, e DP_GROUP respectivamente. 
As camadas de cada réplica do modelo são divididas ao meio e distribuídas em duas GPUs. A 
biblioteca gerencia a comunicação entre as réplicas do modelo distribuído por tensor.
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Para se aprofundar no paralelismo de tensores e em outros recursos de economia de memória e 
aprender como definir uma combinação dos principais recursos PyTorch, consulte. the section called 
“Paralelismo de tensores”

Ativação, ponto de verificação e descarga

Para economizar memória da GPU, a biblioteca oferece suporte ao ponto de verificação de 
ativação para evitar o armazenamento de ativações internas na memória da GPU para módulos 
especificados pelo usuário durante a passagem direta. A biblioteca recalcula essas ativações 
durante a retropassagem. Além disso, com o descarregamento de ativação, ele descarrega as 
ativações armazenadas na memória da CPU e as retorna à GPU durante a passagem para trás para 
reduzir ainda mais o espaço ocupado pela memória de ativação. Para obter mais informações sobre 
como usar esses recursos, consulte the section called “Ponto de verificação de ativação” the section 
called “Ativação e descarregamento” e.
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Escolhendo as técnicas certas para seu modelo

Para obter mais informações sobre como escolher as técnicas e configurações corretas, consultethe 
section called “Práticas recomendadas”.

Estruturas compatíveis e Regiões da AWS

Antes de usar a biblioteca de paralelismo de SageMaker modelos v2 (SMP v2), verifique as 
estruturas e os tipos de instância compatíveis e determine se há cotas suficientes em sua conta e. 
AWS Região da AWS

Note

Para verificar as atualizações e notas de lançamento mais recentes da biblioteca, consultethe 
section called “Notas de release”.

Estruturas compatíveis

O SMP v2 é compatível com as seguintes estruturas de aprendizado profundo e está disponível 
por meio de contêineres SMP Docker e um canal SMP Conda. Quando você usa as classes do 
estimador de estrutura no SDK do SageMaker Python e especifica a configuração de distribuição 
para usar o SMP v2, seleciona SageMaker automaticamente os contêineres do SMP Docker. Para 
usar o SMP v2, recomendamos que você sempre mantenha o SDK do SageMaker Python atualizado 
em seu ambiente de desenvolvimento.

PyTorch versões que a biblioteca de paralelismo de SageMaker modelos suporta

PyTorch versão SageMaker versão da 
biblioteca de paralelismo do 
modelo

URI da imagem SMP Docker

v2.1.2 smdistributed-mode 
lparallel==v2.1.0

658645717510.dkr.e 
cr.us-west-2.amazo 
naws.com/smdistrib 
uted-modelparallel 
:2.1.2-gpu-py310-c 
u121
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PyTorch versão SageMaker versão da 
biblioteca de paralelismo do 
modelo

URI da imagem SMP Docker

v2.0.1 smdistributed-mode 
lparallel==v2.0.0

658645717510.dkr.e 
cr.us-west-2.amazo 
naws.com/smdistrib 
uted-modelparallel 
:2.0.1-gpu-py310-c 
u121

Canal SMP Conda

O bucket S3 a seguir é um canal público da Conda hospedado pela equipe de serviço do SMP. Se 
você quiser instalar a biblioteca SMP v2 em um ambiente como SageMaker HyperPod clusters, use 
esse canal Conda para instalar adequadamente a biblioteca SMP.

• https://sagemaker-distributed-model-parallel.s3.us-west-2.amazonaws.com/
smp-v2/

Para obter mais informações sobre os canais do Conda em geral, consulte Canais na documentação 
do Conda.

Note

Para encontrar as versões anteriores da biblioteca SMP v1.x e os DLCs pré-empacotados, 
consulte the section called “Estruturas compatíveis” a documentação do SMP v1.

Use o SMP v2 com bibliotecas de código aberto

A biblioteca SMP v2 funciona com outras bibliotecas de código aberto PyTorch baseadas, como 
PyTorch Lightning, Hugging Face Transformers e Hugging Face Accelerate, porque o SMP v2 
é compatível com as APIs do FSDP. PyTorch Se você tiver mais perguntas sobre como usar a 
biblioteca SMP com outras bibliotecas de terceiros, entre em contato com a equipe de serviço do 
SMP em. sm-model-parallel-feedback@amazon.com
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Regiões da AWS

O SMP v2 está disponível em todos os locais em Regiões da AWS que os AWSDeep Learning 
Containers SageMaker estão em serviço. Para obter mais informações, consulte as Imagens 
disponíveis de contêineres de aprendizado profundo.

Tipos de instâncias compatíveis

O SMP v2 requer um dos seguintes tipos de instância de ML.

Tipo de instância

ml.p4d.24xlarge

ml.p4de.24xlarge

ml.p5.48xlarge

Para obter especificações dos tipos de instância de aprendizado de SageMaker máquina em geral, 
consulte a seção Computação acelerada na página Tipos de instância do Amazon EC2. Para obter 
informações sobre preços de instâncias, consulte Amazon SageMaker Pricing.

Se você encontrou uma mensagem de erro semelhante à seguinte, siga as instruções em Solicitando 
um aumento de cota no Guia do Usuário de AWSQuotas de Serviço.

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling 
    the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge 
    for training job usage' is 0 Instances, with current utilization of 0 Instances 
    and a request delta of 1 Instances. 
    Please contact AWS support to request an increase for this limit.

Comece com a biblioteca de paralelismo de SageMaker modelos v2

Nesta página, você aprenderá a usar as APIs v2 da biblioteca de paralelismo de SageMaker modelos 
e começará a executar um trabalho de treinamento PyTorch Fully Sharded Data Parallel (FSDP) na 
plataforma de treinamento ou em um cluster. SageMaker SageMaker HyperPod

Há vários cenários para executar um trabalho de PyTorch treinamento com o SMP v2.
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1. Para SageMaker treinamento, use um dos SageMaker Framework Containers pré-criados para 
PyTorch v2.0.1 e versões posteriores, que são pré-empacotados com o SMP v2.

2. Use o arquivo binário SMP v2 para configurar um ambiente Conda para executar uma carga de 
trabalho de treinamento distribuída em um cluster. SageMaker HyperPod

3. Estenda os SageMaker Framework Containers pré-criados para PyTorch v2.0.1 e versões 
posteriores para instalar quaisquer requisitos funcionais adicionais para seu caso de uso. Para 
saber como estender um contêiner pré-construído, consulteEstenda uma imagem de contêiner 
predefinida.

4. Você também pode trazer seu próprio contêiner Docker e configurar manualmente todo o 
ambiente de SageMaker treinamento usando o kit de ferramentas de SageMaker treinamento e 
instalar o arquivo binário SMP v2. Essa é a opção menos recomendada devido à complexidade 
das dependências. Para saber como executar seu próprio contêiner Docker, consulte Adaptando 
seu próprio contêiner de treinamento.

Este guia de introdução aborda os dois primeiros cenários.

Tópicos

• Etapa 1: Adapte seu script de PyTorch treinamento do FSDP

• Etapa 2: iniciar um trabalho de treinamento

Etapa 1: Adapte seu script de PyTorch treinamento do FSDP

Para ativar e configurar a biblioteca SMP v2, comece importando e adicionando o
torch.sagemaker.init() módulo na parte superior do script. Este módulo inclui o dicionário de 
configuração SMP no the section called “Parâmetros de configuração do recurso principal do SMP 
v2” the section called “Etapa 2: iniciar um trabalho de treinamento” qual você se preparará. Além 
disso, para usar os vários recursos principais oferecidos pelo SMP v2, talvez seja necessário fazer 
mais algumas alterações para adaptar seu script de treinamento. Instruções mais detalhadas sobre 
como adaptar seu script de treinamento para usar os principais recursos do SMP v2 são fornecidas 
em. the section called “Principais recursos do SMP v2”

SageMaker Training

Em seu script de treinamento, adicione as duas linhas de código a seguir, que é o requisito 
mínimo para começar a treinar com o SMP v2. Emthe section called “Etapa 2: iniciar um trabalho 
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de treinamento”, você configurará um objeto da classe SageMaker PyTorch estimadora com um 
dicionário de configuração SMP por meio do distribution argumento da classe estimadora.

import torch.sagemaker as tsm
tsm.init()

Note

Você também pode passar diretamente um dicionário de configuração do the 
section called “Parâmetros de configuração do recurso principal do SMP v2” para 
o torch.sagemaker.init() módulo. No entanto, os parâmetros passados 
para o PyTorch estimador em têm the section called “Etapa 2: iniciar um trabalho 
de treinamento” prioridade e substituem os especificados para o módulo.
torch.sagemaker.init()

SageMaker HyperPod

Em seu script de treinamento, adicione as duas linhas de código a seguir. Emthe section called 
“Etapa 2: iniciar um trabalho de treinamento”, você configurará um smp_config.json arquivo 
para definir as configurações SMP no formato JSON e o carregará em um armazenamento ou 
sistema de arquivos mapeado com seu cluster. SageMaker HyperPod Recomendamos que 
você mantenha o arquivo de configuração no mesmo diretório em que fez o upload do script de 
treinamento.

import torch.sagemaker as tsm
tsm.init("/dir_to_training_files/smp_config.json")

Note

Você também pode passar diretamente um dicionário de configuração do the 
section called “Parâmetros de configuração do recurso principal do SMP v2” para o
torch.sagemaker.init() módulo.
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Etapa 2: iniciar um trabalho de treinamento

Saiba como configurar as opções de distribuição do SMP para iniciar um trabalho de treinamento do 
PyTorch FSDP com os principais recursos do SMP.

SageMaker Training

Ao configurar um objeto iniciador de trabalhos de treinamento da classe estimador de PyTorch 
estrutura no SDK do SageMaker Python, configure por meio do argumento a seguir. the section 
called “Parâmetros de configuração do recurso principal do SMP v2” distribution

Note

A distribution configuração do SMP v2 está integrada ao SDK do SageMaker Python 
a partir da v2.200. Certifique-se de usar o SageMaker Python SDK v2.200 ou posterior.

Note

No SMP v2, você deve configurar smdistributed with torch_distributed
para o distribution argumento do SageMaker PyTorch estimador.
Comtorch_distributed, SageMaker runstorchrun, que é o inicializador de tarefas 
padrão de vários nós do PyTorch Distributed.

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    # Pass the training script you adapted with SMP from Step 1 
    entry_point="your-training-script.py", 
    ... # Configure other required and optional parameters 
    distribution={ 
        "torch_distributed": { "enabled": True }, 
        "smdistributed": { 
            "modelparallel": { 
                "enabled": True, 
                "parameters": { 
                    "hybrid_shard_degree": Integer, 
                    "sm_activation_offloading": Boolean, 
                    "activation_loading_horizon": Integer, 
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                    "fsdp_cache_flush_warnings": Boolean, 
                    "allow_empty_shards": Boolean, 
                    "tensor_parallel_degree": Integer, 
                    "tensor_parallel_seed": Integer
                } 
            } 
        } 
    }
)

SageMaker HyperPod

Antes de começar, verifique se os seguintes pré-requisitos foram atendidos.

• Um diretório compartilhado Amazon FSx montado (/fsx) em seu HyperPod cluster.

• Conda instalado no diretório compartilhado FSx. Para saber como instalar o Conda, use as 
instruções em Instalação no Linux no Guia do usuário do Conda.

• cuda11.8ou cuda12.1 instalado na cabeça HyperPod do cluster e nos nós de computação.

Se todos os pré-requisitos forem atendidos, siga as instruções a seguir sobre como iniciar uma 
carga de trabalho com o SMP v2 em um cluster. HyperPod

1. Prepare um smp_config.json arquivo que contenha um dicionário dethe section called 
“Parâmetros de configuração do recurso principal do SMP v2”. Certifique-se de carregar 
esse arquivo JSON para onde você armazena seu script de treinamento ou o caminho 
que você especificou para o torch.sagemaker.init() módulo na Etapa 1. Se você já 
passou o dicionário de configuração para o torch.sagemaker.init() módulo no script de 
treinamento na Etapa 1, pode pular essa etapa.

// smp_config.json
{ 
    "hybrid_shard_degree": Integer, 
    "sm_activation_offloading": Boolean, 
    "activation_loading_horizon": Integer, 
    "fsdp_cache_flush_warnings": Boolean, 
    "allow_empty_shards": Boolean, 
    "tensor_parallel_degree": Integer, 
    "tensor_parallel_seed": Integer
}
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2. Carregue o smp_config.json arquivo em um diretório no seu sistema de arquivos. O 
caminho do diretório deve corresponder ao caminho especificado na Etapa 1. Se você já 
passou o dicionário de configuração para o torch.sagemaker.init() módulo no script de 
treinamento, pode pular esta etapa.

3. No nó de computação da sua HyperPod instância, inicie uma sessão de terminal com o 
comando a seguir.

sudo su -l ubuntu

4. Crie um ambiente Conda no nó de computação.

# Run on compute node
SMP_CUDA_VER=<11.8 or 12.1>

source /fsx/<path to miniconda>/miniconda3/bin/activate

export ENV_PATH=/fsx/<path to miniconda>/miniconda3/envs/<ENV NAME>
conda create -p ${ENV_PATH} python=3.10

conda activate ${ENV_PATH}

# Verify aws-cli is installed: Expect something like "aws-cli/2.15.0*"
aws ‐‐version
# Install aws-cli if not already installed
# https://docs.aws.amazon.com/cli/latest/userguide/getting-started-
install.html#cliv2-linux-install

conda install pytorch="2.0.1=sm_py3.10_cuda${SMP_CUDA_VER}*" packaging ‐‐override-
channels \ 
  -c https://sagemaker-distributed-model-parallel.s3.us-west-2.amazonaws.com/
smp-2.0.0-pt-2.0.1/2023-12-11/smp-v2/ \ 
  -c pytorch -c numba/label/dev \ 
  -c nvidia -c conda-forge

# Install dependencies of the script as below
python -m pip install packaging transformers==4.31.0 accelerate ninja tensorboard 
 h5py datasets \ 
    && python -m pip install expecttest hypothesis \ 
    && python -m pip install "flash-attn>=2.0.4" ‐‐no-build-isolation

# Install SMDDP wheel (only run for cuda11.8)
SMDDP_WHL="smdistributed_dataparallel-2.0.2-cp310-cp310-linux_x86_64.whl" \ 
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  && wget -q https://smdataparallel.s3.amazonaws.com/binary/pytorch/2.0.1/
cu118/2023-12-07/${SMDDP_WHL} \ 
  && pip install ‐‐force ${SMDDP_WHL} \ 
  && rm ${SMDDP_WHL}

# cuDNN installation for TransformerEngine installation for cuda11.8
# Please download from below link, you need to agree to terms  
# https://developer.nvidia.com/downloads/compute/cudnn/secure/8.9.5/
local_installers/11.x/cudnn-linux-x86_64-8.9.5.30_cuda11-archive.tar.xz

tar xf cudnn-linux-x86_64-8.9.5.30_cuda11-archive.tar.xz \ 
    && rm -rf /usr/local/cuda-$SMP_CUDA_VER/include/cudnn* /usr/local/cuda-
$SMP_CUDA_VER/lib/cudnn* \ 
    && cp ./cudnn-linux-x86_64-8.9.5.30_cuda11-archive/include/* /usr/local/cuda-
$SMP_CUDA_VER/include/ \ 
    && cp ./cudnn-linux-x86_64-8.9.5.30_cuda11-archive/lib/* /usr/local/cuda-
$SMP_CUDA_VER/lib/ \ 
    && rm -rf cudnn-linux-x86_64-8.9.5.30_cuda11-archive.tar.xz \ 
    && rm -rf cudnn-linux-x86_64-8.9.5.30_cuda11-archive/

# Please download from below link, you need to agree to terms  
# https://developer.download.nvidia.com/compute/cudnn/secure/8.9.7/
local_installers/12.x/cudnn-linux-x86_64-8.9.7.29_cuda12-archive.tar.xz \
# cuDNN installation for TransformerEngine installation for cuda12.1
tar xf cudnn-linux-x86_64-8.9.7.29_cuda12-archive.tar.xz \ 
    && rm -rf /usr/local/cuda-$SMP_CUDA_VER/include/cudnn* /usr/local/cuda-
$SMP_CUDA_VER/lib/cudnn* \ 
    && cp ./cudnn-linux-x86_64-8.9.7.29_cuda12-archive/include/* /usr/local/cuda-
$SMP_CUDA_VER/include/ \ 
    && cp ./cudnn-linux-x86_64-8.9.7.29_cuda12-archive/lib/* /usr/local/cuda-
$SMP_CUDA_VER/lib/ \ 
    && rm -rf cudnn-linux-x86_64-8.9.7.29_cuda12-archive.tar.xz \ 
    && rm -rf cudnn-linux-x86_64-8.9.7.29_cuda12-archive/ 
     
# TransformerEngine installation
export CUDA_HOME=/usr/local/cuda-$SMP_CUDA_VER
export CUDNN_PATH=/usr/local/cuda-$SMP_CUDA_VER/lib
export CUDNN_LIBRARY=/usr/local/cuda-$SMP_CUDA_VER/lib
export CUDNN_INCLUDE_DIR=/usr/local/cuda-$SMP_CUDA_VER/include
export PATH=/usr/local/cuda-$SMP_CUDA_VER/bin:$PATH
export LD_LIBRARY_PATH=$LD_LIBRARY_PATH:/usr/local/cuda-$SMP_CUDA_VER/lib

SageMaker biblioteca de paralelismo de modelos v2 3746



Amazon SageMaker Guia do Desenvolvedor

python -m pip install ‐‐no-build-isolation git+https://github.com/NVIDIA/
TransformerEngine.git@v1.0

5. Execute um trabalho de treinamento de teste.

a. No sistema de arquivos compartilhado (/fsx), clone o  GitHub repositório do Awsome 
Distributed Training e vá até a pasta. 3.test_cases/11.modelparallel

git clone https://github.com/aws-samples/awsome-distributed-training/
cd awsome-distributed-training/3.test_cases/11.modelparallel

b. Envie um trabalho usando sbatch o seguinte.

conda activate <ENV_PATH>
sbatch -N 16 conda_launch.sh

Se o envio do trabalho for bem-sucedido, a mensagem de saída desse sbatch comando 
deverá ser semelhante Submitted batch job ABCDEF a.

c. Verifique o arquivo de log no diretório atual abaixologs/.

tail -f ./logs/fsdp_smp_ABCDEF.out

Principais características da biblioteca de paralelismo de SageMaker modelos v2

A biblioteca de paralelismo de SageMaker modelos da Amazon v2 (SMP v2) oferece estratégias 
de distribuição e técnicas de economia de memória, como paralelismo de dados fragmentados, 
paralelismo de tensores e pontos de verificação. As estratégias e técnicas de paralelismo de 
modelos oferecidas pelo SMP v2 ajudam a distribuir modelos grandes em vários dispositivos, 
otimizando a velocidade de treinamento e o consumo de memória. O SMP v2 também fornece um 
pacote Python torch.sagemaker para ajudar a adaptar seu script de treinamento com poucas 
linhas de alteração de código.

Este guia segue o fluxo básico de duas etapas apresentado emthe section called “Comece a usar o 
SMP v2”. Para se aprofundar nos principais recursos do SMP v2 e como usá-los, consulte os tópicos 
a seguir.
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Note

Esses recursos principais estão disponíveis no SMP v2.0.0 e posterior e no SageMaker 
Python SDK v2.200.0 e posterior, e funcionam para a v2.0.1 e versões posteriores. PyTorch 
Para verificar as versões dos pacotes, consultethe section called “Estruturas compatíveis e 
Regiões da AWS”.

Tópicos

• Paralelismo híbrido de dados fragmentados

• Compatibilidade com a biblioteca SMDDP otimizada para infraestrutura AWS

• Treinamento misto de precisão

• Inicialização atrasada de parâmetros

• Ponto de verificação de ativação

• Ativação e descarregamento

• Paralelismo de tensores

• Ajuste fino

• FlashAttention

• Salve e carregue pontos de verificação ao usar o SMP

Paralelismo híbrido de dados fragmentados

O paralelismo de dados fragmentados é uma técnica de treinamento distribuído que economiza 
memória e divide o estado de um modelo (parâmetros do modelo, gradientes e estados do 
otimizador) entre dispositivos. Isso ajuda você a ajustar um modelo maior ou aumentar o 
tamanho do lote usando a memória liberada da GPU. A biblioteca SMP oferece a capacidade 
de executar paralelismo de dados fragmentados com o PyTorch Fully Sharded Data Parallel 
(FSDP). PyTorch FSDP, por padrão, fragmentos em todo o conjunto de GPUs em uso. No 
SMP v2, a biblioteca oferece esse paralelismo de dados fragmentados além do PyTorch FSDP, 
estendendo a fragmentação PyTorch híbrida (HYBRID_SHARD), que é uma das estratégias de 
fragmentação fornecidas pelo FSDP:,,,. PyTorch  FULL_SHARD SHARD_GRAD_OP HYBRID_SHARD
_HYBRID_SHARD_ZERO2 Estender a fragmentação híbrida dessa maneira ajuda a implementar, 
scale-aware-sharding conforme descrito no blog Escalonamento quase linear do treinamento de 
modelos gigantes para FSDP. AWS PyTorch

SageMaker biblioteca de paralelismo de modelos v2 3748

https://pytorch.org/docs/stable/fsdp.html#torch.distributed.fsdp.ShardingStrategy
https://pytorch.org/docs/stable/fsdp.html#torch.distributed.fsdp.ShardingStrategy
https://pytorch.org/docs/stable/fsdp.html#torch.distributed.fsdp.ShardingStrategy
https://pytorch.org/docs/stable/fsdp.html#torch.distributed.fsdp.ShardingStrategy
https://www.amazon.science/blog/near-linear-scaling-of-gigantic-model-training-on-aws
https://www.amazon.science/blog/near-linear-scaling-of-gigantic-model-training-on-aws


Amazon SageMaker Guia do Desenvolvedor

A biblioteca SMP facilita o uso HYBRID_SHARD _HYBRID_SHARD_ZERO2 em qualquer número 
configurável de GPUs, estendendo o PyTorch FSDP nativo que suporta fragmentação em 
um único nó () ou em todas as GPUs ()HYBRID_SHARD. FULL_SHARD PyTorch As chamadas 
FSDP podem permanecer como estão, e você só precisa adicionar o hybrid_shard_degree
argumento à configuração SMP, conforme mostrado no exemplo de código a seguir. Você não 
precisa alterar o valor do sharding_strategy argumento no invólucro do PyTorch FSDP 
em torno do seu modelo. PyTorch Você pode passar ShardingStrategy.HYBRID_SHARD
como valor. Como alternativa, a biblioteca SMP substitui a estratégia no script e a define como
ShardingStrategy.HYBRID_SHARD se você especificar um valor igual ou maior que 2 para o 
parâmetro. hybrid_shard_degree

Os trechos de código a seguir mostram como adicionar o módulo de inicialização SMP
torch.sagemaker.init() ao seu script de treinamento e configurar o dicionário de configuração 
SMP no formato JSON para o inicializador de tarefas de treinamento, seguindo o processo de duas 
etapas apresentado em. the section called “Comece a usar o SMP v2” Você não precisa fazer 
nenhuma alteração no PyTorch modelo ou na configuração do PyTorch FSDP. Para obter mais 
informações sobre o parâmetro hybrid_shard_degree, consulte the section called “Parâmetros 
de configuração do recurso principal do SMP v2”.

Dicionário de configuração SMP

{ "hybrid_shard_degree": 16 }

No roteiro de treinamento

import torch.sagemaker as tsm
tsm.init()

# Set up a PyTorch model
model = ...

# Wrap the PyTorch model using the PyTorch FSDP module
model = FSDP( 
    model, 
    ...
)

# Optimizer needs to be created after FSDP wrapper
optimizer = ...
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Compatibilidade com a biblioteca SMDDP otimizada para infraestrutura AWS

Você pode usar a biblioteca de paralelismo de SageMaker modelos v2 (SMP v2) em conjunto com 
a biblioteca de paralelismo de dados SageMaker distribuídos (SMDDP) que oferece a operação de 
comunicação coletiva otimizada para infraestrutura. AllGather AWS No treinamento distribuído, as 
operações de comunicação coletiva são projetadas para sincronizar vários funcionários da GPU e 
trocar informações entre eles. AllGatheré uma das principais operações de comunicação coletiva 
normalmente usadas no paralelismo de dados fragmentados. Para saber mais sobre a AllGather
operação SMDDP, consulte the section called “Operação coletiva SMDDP AllGather” Otimizar 
essas operações de comunicação coletiva contribuiria diretamente para um end-to-end treinamento 
mais rápido sem efeitos colaterais na convergência.

Note

A biblioteca SMDDP suporta instâncias P4 e P4de (consulte também the section called 
“Estruturas e tipos Regiões da AWS de instâncias compatíveis” pela biblioteca SMDDP).

A biblioteca SMDDP se integra nativamente com a camada do grupo PyTorch de processos.
Para usar a biblioteca SMDDP, você só precisa adicionar duas linhas de código ao seu script de 
treinamento. Ele suporta qualquer estrutura de treinamento, como SageMaker Model Parallelism 
Library, PyTorch FSDP e. DeepSpeed

Para ativar o SMDDP e usar sua AllGather operação, você precisa adicionar duas linhas de 
código ao seu script de treinamento como parte do. the section called “Etapa 1: Adapte seu script de 
PyTorch treinamento do FSDP” Observe que você precisa primeiro inicializar o PyTorch Distributed 
com o back-end SMDDP e, em seguida, executar a inicialização SMP.

import torch.distributed as dist

# Initialize with SMDDP
import smdistributed.dataparallel.torch.torch_smddp
dist.init_process_group(backend="smddp") # Replacing "nccl" 

 # Initialize with SMP
import torch.sagemaker as tsm
tsm.init()

SageMaker Os contêineres de estrutura para PyTorch (consulte também the section called 
“Estruturas compatíveis e Regiões da AWS” pelo SMP v2 e the section called “Estruturas e tipos 
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Regiões da AWS de instâncias compatíveis” pela biblioteca SMDDP) são pré-empacotados com o 
binário SMP e o binário SMDDP. Para saber mais sobre a biblioteca SMDDP, consulte. the section 
called “SageMaker biblioteca de paralelismo de dados distribuídos”

Treinamento misto de precisão

O SMP v2 suporta PyTorch FSDP. MixedPrecision PyTorch O FSDP fornece várias 
configurações para precisão mista, tanto para melhoria de desempenho quanto para redução 
de memória. A forma padrão de configurar um modelo para precisão mista é criar o modelo em 
efloat32, em seguida, permitir que o FSDP transmita os parâmetros para float16 ou bfloat16
em tempo real, transmitindo uma MixedPrecision política conforme mostrado no trecho de 
código a seguir. Para obter mais informações sobre as opções de alteração de parâmetros, redução 
ou buffers para precisão mista PyTorch, consulte a MixedPrecisionAPI PyTorch FSDP na 
documentação. dtype PyTorch

# Native PyTorch API
from torch.distributed.fsdp import MixedPrecision

dtype = torch.bfloat16
mixed_precision_policy = MixedPrecision( 
    param_dtype=dtype, reduce_dtype=dtype, buffer_dtype=dtype
)

model = FSDP( 
    model, 
    ..., 
    mixed_precision=mixed_precision_policy
)

Observe que certos modelos (como o modelo Hugging Face Transformers Llama) esperam 
amortecedores como. float32 Para usarfloat32, torch.bfloat16 substitua por
torch.float32 na linha que define o dtype objeto.

Inicialização atrasada de parâmetros

A inicialização de um modelo grande para treinamento nem sempre é possível com a memória 
limitada da GPU. Para resolver esse problema de memória GPU insuficiente, você pode inicializar o 
modelo na memória da CPU. No entanto, para modelos maiores com mais de 20 ou 40 bilhões de 
parâmetros, até mesmo a memória da CPU pode não ser suficiente. Nesse caso, recomendamos 
que você inicialize o modelo no que PyTorch chama um meta-dispositivo, o que permite a criação 
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de tensores sem nenhum dado anexado a eles. Um tensor em um meta-dispositivo precisa apenas 
das informações de forma, e isso permite criar um modelo grande com seus parâmetros em meta-
dispositivos. O Hugging Face Accelerate fornece o gerenciador de contexto init_empty_weights
para ajudar a criar esse modelo em meta-dispositivos enquanto inicializa os buffers em um 
dispositivo comum. Antes do início do treinamento, o PyTorch FSDP inicializa os parâmetros do 
modelo. Esse recurso de inicialização retardada de parâmetros do SMP v2 atrasa a criação dos 
parâmetros do modelo após o PyTorch FSDP realizar a fragmentação de parâmetros. PyTorch 
O FSDP aceita uma função de inicialização de parâmetros (param_init_fn) ao fragmentar os 
módulos e chama param_init_fn cada módulo. A param_init_fn API usa um módulo como 
argumento e inicializa todos os parâmetros nele, sem incluir os parâmetros de nenhum módulo filho. 
Observe que esse comportamento difere da PyTorch versão 2.0.1 nativa, que tem um bug que faz 
com que os parâmetros sejam inicializados várias vezes.

O SMP v2 fornece a the section called 
“torch.sagemaker.delayed_param.DelayedParamIniter” API para aplicar a inicialização 
retardada de parâmetros.

Os trechos de código a seguir mostram como aplicar a
torch.sagemaker.delayed_param.DelayedParamIniter API ao seu script de treinamento.

Suponha que você tenha um script de treinamento do Pytorch FSDP da seguinte forma.

# Creation of model on meta device
from accelerate import init_empty_weights
with init_empty_weights(): 
    model = create_model()

# Define a param init fn, below is an example for Hugging Face GPTNeoX.
def init_weights(module): 
    d = torch.cuda.current_device() 
    # Note that below doesn't work if you have buffers in the model 
    # buffers will need to reinitialized after this call 
    module.to_empty(device=d, recurse=False) 
    if isinstance(module, (nn.Linear, Conv1D)): 
        module.weight.data.normal_(mean=0.0, std=args.initializer_range) 
        if module.bias: 
            module.bias.data.zero_() 
    elif isinstance(module, nn.Embedding): 
        module.weight.data.normal_(mean=0.0, std=args.initializer_range) 
        if module.padding_idx: 
            module.weight.data[module.padding_idx].zero_() 
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    elif isinstance(module, nn.LayerNorm): 
        module.bias.data.zero_() 
        module.weight.data.fill_(1.0)

# Changes to FSDP wrapper.
model = FSDP( 
    model, 
    ..., 
    param_init_fn=init_weights
)

# At this point model is initialized and sharded for sharded data parallelism.

Observe que a abordagem de inicialização retardada de parâmetros não é independente do 
modelo. Para resolver esse problema, você precisa escrever uma init_weights função 
conforme mostrado no exemplo anterior para corresponder à inicialização na definição do 
modelo original e ela deve abranger todos os parâmetros do modelo. Para simplificar esse 
processo de preparação dessa init_weights função, o SMP v2 implementa essa função 
de inicialização para os seguintes modelos: GPT-2, GPT-J, GPTNeox e Llama da Hugging 
Face Transformers. A torch.sagemaker.delayed_param.DelayedParamIniter
API também funciona com a implementação paralela do tensor SMP,
torch.sagemaker.tensor_parallel.transformer.TransformerLMHead modelo, que você 
pode chamar após a chamada da the section called “torch.sagemaker.transform” API.

Usando a torch.sagemaker.delayed_param.DelayedParamIniter API, você pode adaptar 
seu script PyTorch FSDP da seguinte forma. Depois de criar um modelo com pesos vazios, registre a
torch.sagemaker.delayed_param.DelayedParamIniter API no modelo e defina um objeto 
dela. Passe o objeto para o param_init_fn da classe PyTorch FSDP.

from torch.sagemaker.delayed_param import DelayedParamIniter
from accelerate import init_empty_weights

with init_empty_weights(): 
    model = create_model() 
     
delayed_initer = DelayedParamIniter(model)

with delayed_initer.validate_params_and_buffers_inited():
    model = FSDP( 
        model, 
        ..., 
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        param_init_fn=delayed_initer.get_param_init_fn()
    )

Notas sobre pesos empatados

Ao treinar modelos com pesos empatados, precisamos tomar cuidado especial para empatar 
os pesos após inicializar os pesos com a inicialização atrasada dos parâmetros. PyTorchO 
FSDP não tem um mecanismo para amarrar os pesos após inicializá-los usando as instruções 
acima. param_init_fn Para resolver esses casos, adicionamos uma API para permitir 
apost_init_hook_fn, que pode ser usada para empatar os pesos. Você pode passar 
qualquer função que aceite o módulo como argumento, mas também temos um método
post_param_init_fn predefinido no DelayedParamIniter qual chama o tie_weights
método do módulo, se ele existir. Observe que é seguro sempre passar, post_param_init_fn
mesmo que não haja um tie_weights método para o módulo.

with delayed_initer.validate_params_and_buffers_inited(): 
    model = FSDP( 
        model, 
        ..., 
        param_init_fn=delayed_initer.get_param_init_fn(), 
        post_param_init_fn=delayed_initer.get_post_param_init_fn() 
    )

Ponto de verificação de ativação

O ponto de verificação de ativação é uma técnica para reduzir o uso de memória limpando 
as ativações de determinadas camadas e recomputando-as durante a passagem para trás. 
Efetivamente, isso troca tempo extra de computação pela redução do uso de memória. Se um 
módulo for verificado, no final de uma passagem direta, somente as entradas iniciais do módulo 
e as saídas finais do módulo permanecerão na memória. PyTorch libera quaisquer tensores 
intermediários que façam parte da computação dentro desse módulo durante a passagem para 
frente. Durante a passagem para trás dos módulos de ponto de verificação, PyTorch recalcula esses 
tensores. Nesse ponto, as camadas além desse módulo de ponto de verificação terminaram sua 
passagem para trás, então o pico de uso da memória com o ponto de verificação se torna menor.

O SMP v2 suporta o módulo de ponto de verificação de PyTorch ativação,.
apply_activation_checkpointing A seguir estão exemplos de pontos de verificação de 
ativação do modelo Hugging Face GPT-Neox.

Camadas de transformação Checkpointing do modelo Hugging Face GPT-Neox
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from transformers.models.gpt_neox import GPTNeoXLayer
from torch.distributed.algorithms._checkpoint.checkpoint_wrapper import ( 
    apply_activation_checkpointing
) 
     
# check_fn receives a module as the arg,  
# and it needs to return whether the module is to be checkpointed
def is_transformer_layer(module): 
    from transformers.models.gpt_neox import GPTNeoXLayer 
    return isinstance(submodule, GPTNeoXLayer) 
     
apply_activation_checkpointing(model, check_fn=is_transformer_layer)

Verificando todas as outras camadas de Transformer do modelo Hugging Face GPT-Neox

# check_fn receives a module as arg,  
# and it needs to return whether the module is to be checkpointed
# here we define that function based on global variable (transformer_layers)
from transformers.models.gpt_neox import GPTNeoXLayer
from torch.distributed.algorithms._checkpoint.checkpoint_wrapper import ( 
    apply_activation_checkpointing
)

transformer_layers = [ 
    m for m model.modules() if isinstance(m, GPTNeoXLayer)
]

def is_odd_transformer_layer(module): 
    return transformer_layers.index(module) % 2 == 0 
     
apply_activation_checkpointing(model, check_fn=is_odd_transformer_layer)

Como alternativa, PyTorch também tem o torch.utils.checkpoint módulo para checkpoint, 
que é usado por um subconjunto dos modelos Hugging Face Transformers. Este módulo também 
funciona com o SMP v2. No entanto, isso requer que você tenha acesso à definição do modelo 
para adicionar o invólucro do ponto de verificação. Portanto, recomendamos que você use o
apply_activation_checkpointing método.

Ativação e descarregamento

Normalmente, a passagem para frente calcula as ativações em cada camada e as mantém na 
memória da GPU até que a passagem para trás da camada correspondente termine. Descarregar 
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esses tensores para a memória da CPU após a passagem para frente e recuperá-los para a 
GPU quando forem necessários para a passagem inversa da camada pode economizar um 
uso substancial da memória da GPU. PyTorchsuporta o descarregamento de ativações, mas a 
implementação faz com que as GPUs fiquem ociosas enquanto as ativações são recuperadas da 
CPU durante a passagem para trás. Isso causa uma grande degradação do desempenho ao usar o 
descarregamento de ativação.

O SMP v2 melhora esse descarregamento de ativação e pré-busca as ativações com antecedência 
antes que as ativações sejam necessárias para que a GPU comece a retroceder essas ativações. 
Esse recurso de pré-busca ajuda os progressos do treinamento a serem executados com mais 
eficiência sem GPUs ociosas, o que resulta na oferta de benefícios de menor uso de memória sem 
degradação do desempenho.

Você pode manter os PyTorch módulos nativos para descarregar as ativações em seu script de 
treinamento. Veja a seguir um exemplo de estrutura de aplicação do recurso de descarregamento 
de ativação SMP em seu script. Observe que o descarregamento de ativação é aplicável somente
quando usado em conjunto com. the section called “Ponto de verificação de ativação” Para saber 
mais sobre as ferramentas nativas de PyTorch ponto de verificação para descarregamento de 
ativação, consulte também o checkpoint_wrapper.py no PyTorch GitHubrepositório e o Ponto de
verificação de ativação no PyTorch blog Scaling Multi-modal Foundation Models in with Distributed. 
TorchMultimodal PyTorch

Para aplicar o recurso de descarregamento de ativação do SMP no ponto de verificação 
de PyTorch ativação, adicione activation_loading_horizon os parâmetros
sm_activation_offloading e ao dicionário de configuração do SMP durante. the section called 
“Etapa 2: iniciar um trabalho de treinamento”

Os trechos de código a seguir mostram como adicionar o módulo de inicialização SMP
torch.sagemaker.init() ao seu script de treinamento e configurar o dicionário de 
configuração SMP no formato JSON para o inicializador de tarefas de treinamento, seguindo 
o processo de duas etapas apresentado em. the section called “Comece a usar o SMP v2”
Você não precisa fazer nenhuma alteração no PyTorch modelo ou na configuração do PyTorch 
FSDP. Para obter mais informações sobre os parâmetros sm_activation_offloading e
activation_loading_horizon, consulte the section called “Parâmetros de configuração do 
recurso principal do SMP v2”.

Configuração SMP

{ 
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    "activation_loading_horizon": 2, 
    "sm_activation_offloading": True
}

No roteiro de treinamento

Note

Ao ativar o recurso de descarregamento de ativação do SMP, certifique-se de também 
usar a PyTorch offload_wrapper função e aplicá-la ao módulo raiz. O recurso de 
descarregamento de ativação do SMP usa o módulo raiz para determinar quando o 
encaminhamento é feito para iniciar a pré-busca.

import torch.sagemaker as tsm
tsm.init()

# Native PyTorch module for activation offloading
from torch.distributed.algorithms._checkpoint.checkpoint_wrapper import ( 
    apply_activation_checkpointing,  
    offload_wrapper,
)

model = FSDP(...)

# Activation offloading requires activation checkpointing.
apply_activation_checkpointing( 
    model, 
    check_fn=checkpoint_transformer_layers_policy,
)

model = offload_wrapper(model)

Paralelismo de tensores

O paralelismo de tensores é um tipo de paralelismo de modelo no qual pesos, gradientes e 
estados do otimizador específicos do modelo são divididos entre dispositivos. Em contraste com o 
paralelismo de tubulação, que mantém os pesos individuais intactos, mas divide o conjunto de pesos, 
gradientes ou otimizador entre dispositivos, o paralelismo tensorial fragmenta os pesos individuais.
Isso normalmente envolve computação distribuída de operações, módulos ou camadas específicas 
do modelo.
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O paralelismo do tensor é necessário nos casos em que um único parâmetro consome a maior 
parte da memória da GPU (como grandes tabelas de incorporação com um grande tamanho de 
vocabulário ou uma grande camada softmax com um grande número de classes). Nesse caso, tratar 
esse grande tensor ou operação como uma unidade atômica é ineficiente e impede o equilíbrio da 
carga de memória.

O SMP v2 se integra ao Transformer Engine para a implementação do paralelismo de tensores e 
é executado com base nas APIs do FSDP. PyTorch Você pode ativar o paralelismo de tensores 
PyTorch FSDP e SMP simultaneamente e determinar o melhor paralelismo do modelo para obter 
o melhor desempenho. Observe que o SMP v2 atualmente não oferece suporte ao tipo de float8
dados, pois é um recurso ausente no PyTorch FSDP.

Na prática, o paralelismo de tensores é especialmente útil nos cenários a seguir.

• Ao treinar com longos comprimentos de contexto, isso leva a uma alta memória de ativação 
apenas com o FSDP.

• Ao treinar com clusters realmente grandes nos quais o tamanho do lote global excede os limites 
desejados.

Modelos Hugging Face Transformer compatíveis com o paralelismo do tensor SMP

Atualmente, o SMP v2 oferece suporte a paralelismo de tensores para os seguintes modelos do 
Hugging Face Transformer.

• GPT-Neox

• Lhama 2

Para obter a configuração de referência para aplicar o paralelismo de tensores nesses modelos, 
consulte. the section called “Dicas de configuração”

Configurar o paralelismo do tensor

Paratensor_parallel_degree, você seleciona um valor para o grau de paralelismo do tensor. O 
valor deve dividir uniformemente o número de GPUs em seu cluster. Por exemplo, para fragmentar 
seu modelo ao usar uma instância com 8 GPUs, escolha 2, 4 ou 8. Recomendamos que você 
comece com um número pequeno e aumente gradualmente até que o modelo caiba na memória da 
GPU.
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Atualmente, o SMP v2 não suporta o tipo de dados Float8, pois é um recurso ausente no FSDP. 
PyTorch

Os trechos de código a seguir mostram como adicionar o módulo de inicialização SMP
torch.sagemaker.init() ao seu script de treinamento e configurar o dicionário de configuração 
SMP no formato JSON para o inicializador de tarefas de treinamento, seguindo o processo de duas 
etapas apresentado em. the section called “Comece a usar o SMP v2” Você não precisa fazer 
nenhuma alteração no PyTorch modelo ou na configuração do PyTorch FSDP. Para obter mais 
informações sobre os parâmetros tensor_parallel_degree e tensor_parallel_seed, 
consulte the section called “Parâmetros de configuração do recurso principal do SMP v2”.

Configuração SMP

{ 
    "tensor_parallel_degree": 8, 
    "tensor_parallel_seed": 0  
}

Em seu roteiro de treinamento

Inicialize com torch.sagemaker.init() para ativar o SMP v2 e agrupar seu modelo com a API.
the section called “torch.sagemaker.transform”

import torch.sagemaker as tsm
tsm.init()

from transformers import AutoModelForCausalLM
model = AutoModelForCausalLM.from_config(..)
model = tsm.transform(model)

Salvando e carregando os pontos de verificação do Hugging Face Transformer

Depois que a biblioteca SMP transforma um modelo, ela altera o dicionário de estado (state_dict) 
do modelo. Isso significa que o modelo se torna incompatível com as funcionalidades originais 
de checkpoint do Hugging Face Transformer. Para lidar com isso, a biblioteca SMP fornece APIs 
para salvar pontos de verificação de um modelo transformado na representação do Hugging Face 
Transformer e a API torch.sagemaker.transform para carregar um ponto de verificação do 
modelo Hugging Face Transformer para ajuste fino.
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Para obter mais informações sobre como salvar pontos de verificação ao usar o recurso de 
paralelismo de tensores do SMP v2, consulte. the section called “Salve e carregue pontos de 
verificação ao usar o SMP”

Para obter mais informações sobre o ajuste fino de um modelo aplicando o recurso de paralelismo de 
tensores do SMP v2, consulte. the section called “Ajuste fino”

Ajuste fino

O ajuste fino é um processo de treinamento contínuo de modelos pré-treinados para melhorar o 
desempenho em casos de uso específicos.

Ajustar modelos pequenos que cabem totalmente em uma única GPU ou aqueles que cabem 
totalmente em 8 cópias do modelo em CPUs é simples. Não requer nenhuma mudança especial no 
treinamento regular do FSDP. No campo de modelos maiores do que isso, você precisa considerar o 
uso da funcionalidade de inicialização retardada de parâmetros, o que pode ser complicado.

Para resolver isso, a biblioteca SMP carrega o modelo completo em uma das classificações, 
enquanto o resto das classificações cria modelos com pesos vazios em um meta-dispositivo. 
Em seguida, o PyTorch FSDP inicializa os pesos em classificações diferentes de zero usando 
a init_weights função e sincroniza os pesos em todas as classificações com os pesos na 0ª 
classificação com definido como. sync_module_states True O trecho de código a seguir mostra 
como você deve configurá-lo em seu script de treinamento.

import torch.distributed as dist
from transformers import AutoModelForCasalLM
from accelerate import init_empty_weights
from torch.sagemaker.delayed_param import DelayedParamIniter

if dist.get_rank() == 0: 
    model = AutoModelForCasalLM.from_pretrained(..., low_cpu_mem_usage=True)
else: 
    with init_empty_weights(): 
        model = AutoModelForCasalLM.from_config(AutoConfig.from_pretrained(...)) 
    delayed_initer = DelayedParamIniter(model)

model = FSDP( 
    model, 
    ..., 
    sync_module_states=True, 
    param_init_fn=delayed_initer.get_param_init_fn() if dist.get_rank() > 0 else None
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)

Ajustando um modelo pré-treinado do Hugging Face Transformer com paralelismo do tensor SMP

Esta seção discute o carregamento de modelos de transformadores para dois casos de uso: ajuste 
fino de modelos pequenos de transformadores e ajuste fino de modelos de transformadores grandes. 
Para modelos menores sem atraso na inicialização dos parâmetros, envolva o modelo com a
torch.sagemaker.transform API antes de agrupá-lo com PyTorch o FSDP.

import functools
from transformers import AutoModelForCausalLM
from torch.distributed.fsdp import FullyShardedDataParallel as FSDP
from torch.distributed.fsdp.wrap import transformer_auto_wrap_policy
from torch.sagemaker import transform

model = AutoModelForCausalLM.from_pretrained("meta-llama/Llama-2-7b-hf", 
 low_cpu_mem_usage=True)

# Transform model while loading state dictionary from rank 0.
tp_model = transform(model, load_state_dict_from_rank0=True)

# Wrap with FSDP.
model = FSDP( 
    tp_model,  
    ... 
    sync_module_states=True,
)

Para modelos maiores, a abordagem anterior faz com que a memória da CPU fique sem memória. 
Recomendamos que você use a inicialização retardada dos parâmetros para evitar esses problemas 
de memória da CPU. Nesse caso, você pode aplicar a torch.sagemaker.transform API e 
a torch.sagemaker.delayed_param.DelayedParamIniter API conforme mostrado no 
exemplo de código a seguir.

from transformers import AutoModelForCausalLM
from torch.sagemaker import transform
from torch.sagemaker.delayed_param import DelayedParamIniter

# Create one instance of model without delayed param
# on CPU, on one rank.
if dist.get_rank() == 0: 
    model = AutoModelForCasalLM.from_pretrained(...,low_cpu_mem_usage=True)
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else: 
    with init_empty_weights(): 
        model = AutoModelForCasalLM.from_config(AutoConfig.from_pretrained(...))

# Transform model while loading state dictionary from rank 0
model = transform(model, load_state_dict_from_rank0=True)

if dist.get_rank() != 0: # For fine-tuning, delayed parameter on non-zero ranks 
    delayed_initer = DelayedParamIniter(model)
else: 
    delayed_initer = None

with ( 
    delayed_initer.validate_params_and_buffers_inited() if delayed_initer else 
 nullcontext()
):
    # Wrap the model with FSDP 
    model = FSDP( 
        model,  
        ...,  
        sync_module_states=True, 
        param_init_fn=delayed_initer.get_param_init_fn() if delayed_initer else None
    )

FlashAttention

O SMP v2 suporta FlashAttentionkernels e facilita sua aplicação em vários cenários para modelos 
Hugging Face Transformer. Observe que, se você usa o FlashAttention pacote v2.0 ou posterior, o 
SMP usa a FlashAttention v2; no entanto, o padrão da atenção flash do Triton é o kernel de atenção 
flash na FlashAttention v1.x, tornando-o suportado exclusivamente na v1. FlashAttention

O módulo (nn.Module) é uma API de baixo nível que define as camadas de atenção 
de um modelo. Ele deve ser aplicado logo após a criação do modelo, a partir da
AutoModelForCausalLM.from_config() API, por exemplo, e antes de o modelo ser 
transformado ou empacotado com o FSDP.

Use FlashAttention grãos para autoatenção

O trecho de código a seguir mostra como usar a the section called 
“torch.sagemaker.nn.attn.FlashSelfAttention” API fornecida pelo SMP v2.

def new_attn(self, q, k, v, attention_mask=None, head_mask=None): 
    return ( 
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        self.flashmod((q, k, v), causal=True, cast_dtype=torch.bfloat16, layout="b h s 
 d"), 
        None, 
    )

for layer in model.gpt_neox.layers: 
    layer.attention.flash_mod = torch.sagemaker.nn.attn.FlashSelfAttention()
    layer.attention._attn = functools.partial(new_attn, layer.attention)

Use FlashAttention kernels para atenção de consultas agrupadas

O SMP v2 também suporta FlashAttentionkernels para atenção de consultas agrupadas (GQA) e 
facilita sua aplicação em vários cenários para modelos Hugging Face Transformer. Diferente da 
arquitetura de atenção original, o GQA divide igualmente os cabeçalhos de consulta em grupos, e 
os cabeçalhos de consulta no mesmo grupo compartilham os mesmos cabeçalhos de chave e valor. 
Portanto, as cabeças q e kv são passadas para a chamada direta separadamente. Nota: O número 
de cabeças q precisa ser divisível pelo número de cabeças kv.

Exemplo de uso FlashGroupedQueryAttention

O trecho de código a seguir mostra como usar a the section called 
“torch.sagemaker.nn.attn.FlashGroupedQueryAttention” API fornecida pelo SMP v2.

from transformers.models.llama.modeling_llama import LlamaAttention
from torch.sagemaker.nn.attn import FlashGroupedQueryAttention

class LlamaFlashAttention(LlamaAttention): 
    def __init__(self, config: LlamaConfig): 
        super().__init__(config) 

        self.flash_attn = FlashGroupedQueryAttention( 
            attention_dropout_prob=0.0, 
        ) 
         
    def forward( 
        self, 
        hidden_states: torch.Tensor, 
        attention_mask: Optional[torch.Tensor] = None, 
        position_ids: Optional[torch.LongTensor] = None, 
        ... 
    ): 
        query_states = self.q_proj(hidden_states) 
        key_states = self.k_proj(hidden_states) 
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        value_states = self.v_proj(hidden_states) 
        ... 
        kv = (key_states, value_states) 
        attn_output = self.flash_attn( 
            query_states, 
            kv, 
            attn_mask=attention_mask, 
            causal=True, 
            layout="b h s d", 
        ) 
        ... 
        attn_output = self.o_proj(attn_output) 
        ... 
        return attn_output

A biblioteca SMP também fornecethe section called 
“torch.sagemaker.nn.huggingface.llama_flashattn.LlamaFlashAttention”, que usa 
a the section called “torch.sagemaker.nn.attn.FlashGroupedQueryAttention” API em 
baixo nível. Hugging Face Transformers tem uma implementação semelhante chamada a partir da 
v4.36.0. LlamaFlashAttention2 O trecho de código a seguir mostra como usar a API SMP v2 ou 
a LlamaFlashAttention API Transformers LlamaFlashAttention2 para substituir as camadas 
de atenção de um modelo Llama existente.

from torch.sagemaker.nn.huggingface.llama_flashattn import LlamaFlashAttention
from transformers.models.llama.modeling_llama import LlamaFlashAttention2

flash_attn_class = LlamaFlashAttention # or flash_attn_class = LlamaFlashAttention2

attn_name = "self_attn"
for layer in model.model.layers: 
    prev_layer = getattr(layer, attn_name) 
    setattr(layer, attn_name, flash_attn_class(model.config))

Salve e carregue pontos de verificação ao usar o SMP

A biblioteca SMP oferece suporte a PyTorch APIs para pontos de verificação e fornece APIs que 
ajudam a fazer o checkpoint corretamente ao usar a biblioteca SMP.

PyTorch O FSDP suporta três tipos de pontos de verificação: completos, fragmentados e locais. 
Eles servem a propósitos diferentes. Idealmente, o ponto de verificação completo deve ser usado 
somente ao exportar o modelo após o término do treinamento, pois é caro gerar um ponto de 
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verificação completo. O ponto de verificação fragmentado é a abordagem recomendada para salvar 
e carregar pontos de verificação durante o treinamento. Usando pontos de verificação fragmentados, 
você também pode alterar o tamanho do cluster ao retomar o treinamento. Os postos de controle 
locais são mais restritivos. Com os pontos de verificação locais, você precisa retomar o treinamento 
com o mesmo número de GPUs e, atualmente, isso não é suportado ao usar o paralelismo de 
tensores com o SMP. Observe que os pontos de verificação do FSDP exigem gravação em um 
sistema de arquivos de rede compartilhado, como FSx.

Pontos de verificação fragmentados

O procedimento a seguir destaca o que você precisa fazer para adaptar seu script de treinamento 
para salvar e carregar pontos de verificação fragmentados com ou sem o recurso de paralelismo do 
tensor SMP.

1. Importe o torch.sagemaker pacote SMP.

import torch.sagemaker as tsm

2. Configure variáveis auxiliares para salvar e carregar pontos de verificação.

a. Configure uma classificação de coordenador para realizar operações coletivas comunicativas, 
comoAllReduce.

coordinator_rank: int = min(dist.get_process_group_ranks(model.process_group))

b. Usando as torch.sagemaker.state enumerações, configure a classificação da ação para 
determinar se as classificações devem participar do checkpoint. E adicione uma instrução if 
para salvar pontos de verificação, dependendo do uso do paralelismo do tensor SMP v2.

action_rank: bool = global_rank < (tsm.state.hybrid_shard_degree * 
 tsm.state.tp_size)

if tsm.state.tp_size > 1: 
    # Tensor parallel groups will have their own sub directories. 
    sub_dir = f"tp{tsm.state.tp_size}-{tsm.state.tp_rank}"
else: 
    sub_dir = ""

3. Continue usando as APIs de ponto de verificação PyTorch do FSDP como estão.
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O exemplo de código a seguir mostra um script de treinamento completo do PyTorch FSDP com as 
APIs do ponto de verificação do FSDP.

import torch.distributed as dist
from torch.distributed.checkpoint.optimizer import ( 
    load_sharded_optimizer_state_dict
)
from torch.distributed.fsdp import ( 
    FullyShardedDataParallel as FSDP, 
    StateDictType
)
import torch.sagemaker as tsm

sharding_strategy, state_dict_type = ..., ...
global_rank = dist.get_rank()

# 0. Auxiliary variables to save and load checkpoints.

# Used when performing comm collectives such as allreduce.
coordinator_rank: int = min(dist.get_process_group_ranks(model.process_group))

# To determine whether to take part in checkpointing.
action_rank: bool = global_rank < (tsm.state.hybrid_shard_degree * tsm.state.tp_size)

if tsm.state.tp_size > 1: 
    # Tensor parallel groups will have their own sub directories. 
    sub_dir = f"tp{tsm.state.tp_size}-{tsm.state.tp_rank}"
else: 
    sub_dir = ""

# 1. Save checkpoints.
with FSDP.state_dict_type(model, StateDictType.SHARDED_STATE_DICT): 
    state_dict = { 
       "model": model.state_dict(), 
       "optimizer": FSDP.optim_state_dict(model, optimizer), 
        # Potentially add more customized state dicts. 
    } 
  
 # Save from one single replication group. 
 if action_rank: 
    dist.checkpoint.save_state_dict( 
        state_dict=state_dict, 
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        storage_writer=dist.checkpoint.FileSystemWriter(os.path.join(save_dir, 
 sub_dir)), 
        process_group=model.process_group, 
        coordinator_rank=coordinator_rank, 
    )

# 2. Load checkpoints.
with FSDP.state_dict_type(model, StateDictType.SHARDED_STATE_DICT): 
    # 2.1 Load model and everything else except the optimizer. 
    state_dict = { 
        # All states except optimizer state can be passed here. 
        "model": model.state_dict() 
    } 
     
    dist.checkpoint.load_state_dict( 
        state_dict=state_dict, 
        storage_reader=dist.checkpoint.FileSystemReader(os.path.join(load_dir, 
 sub_dir)), 
        process_group=model.process_group, 
        coordinator_rank=coordinator_rank, 
    ) 
    model.load_state_dict(state_dict["model"]) 
    # Potentially process more customized and non-optimizer dict states. 
     
    # 2.2 Load optimizer. 
    optim_state = load_sharded_optimizer_state_dict( 
        model_state_dict=state_dict["model"], 
        optimizer_key="optimizer", 
        storage_reader=dist.checkpoint.FileSystemReader(os.path.join(load_dir, 
 sub_dir)), 
        process_group=model.process_group, 
    ) 
    flattened_optimizer_state = FSDP.optim_state_dict_to_load( 
        optim_state["optimizer"], model, optimizer, group=model.process_group, 
    ) 
    optimizer.load_state_dict(flattened_optimizer_state)

Pontos de verificação do modelo completo

Ao final do treinamento, você pode salvar um ponto de verificação completo que combina todos os 
fragmentos de um modelo em um único arquivo de ponto de verificação do modelo. A biblioteca SMP 
é totalmente compatível com a API PyTorch completa de pontos de verificação do modelo, portanto, 
você não precisa fazer nenhuma alteração.
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Observe que, se você usar o SMPthe section called “Paralelismo de tensores”, a biblioteca SMP 
transforma o modelo. Ao verificar o modelo completo nesse caso, a biblioteca SMP traduz o modelo 
de volta para o formato de ponto de verificação Hugging Face Transformers por padrão.

Nos casos em que você treina com o paralelismo do tensor SMP e desativa o processo 
de tradução do SMP, você pode usar o translate_on_save argumento da PyTorch
FullStateDictConfig API para ativar ou desativar a tradução automática do SMP conforme 
necessário. Por exemplo, se você está se concentrando em treinar um modelo, não precisa adicionar 
o processo de tradução, o que aumenta a sobrecarga. Nesse caso, recomendamos que você 
definatranslate_on_save=False. Além disso, se você planeja continuar usando a tradução 
SMP do modelo para treinamento adicional no futuro, você também pode desativá-la para salvar a 
tradução SMP do modelo para uso posterior. É necessário traduzir o modelo de volta para o formato 
de ponto de verificação do modelo Hugging Face Transformers quando você encerra o treinamento 
do seu modelo e o usa para inferência.

from torch.distributed.fsdp import FullyShardedDataParallel as FSDP
from torch.distributed.fsdp import FullStateDictConfig
import torch.sagemaker as tsm

# Save checkpoints.
with FSDP.state_dict_type( 
    model,  
    StateDictType.FULL_STATE_DICT,  
    FullStateDictConfig( 
        rank0_only=True, offload_to_cpu=True, 
         # Default value is to translate back to Hugging Face Transformers format, 
        # when saving full checkpoints for models trained with SMP tensor parallelism. 
        # translate_on_save=True
    ),
): 
    state_dict = model.state_dict() 
    if dist.get_rank() == 0: 
        logger.info("Processed state dict to save. Starting write to disk now.") 
        os.makedirs(save_dir, exist_ok=True) 
        # This name is needed for HF from_pretrained API to work. 
        torch.save(state_dict, os.path.join(save_dir, "pytorch_model.bin")) 
        hf_model_config.save_pretrained(save_dir) 
    dist.barrier()
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Observe que a opção FullStateDictConfig(rank0_only=True, offload_to_cpu=True)
é reunir o modelo na CPU do dispositivo de 0º nível para economizar memória ao treinar modelos 
grandes.

Para carregar o modelo de volta para inferência, faça isso conforme mostrado no exemplo de 
código a seguir. Observe que a classe AutoModelForCausalLM pode mudar para outras classes 
de construtor de fatores em Hugging Face Transformers, comoAutoModelForSeq2SeqLM, 
dependendo do seu modelo. Para obter mais informações, consulte a documentação do Hugging
Face Transformers.

from transformers import AutoModelForCausalLM
model = AutoModelForCausalLM.from_pretrained(save_dir)

SageMaker melhores práticas de paralelismo de modelos distribuídos

Use as diretrizes a seguir ao executar um trabalho de treinamento distribuído com o SageMaker 
modelo parallel library v2 (SMP v2).

Definindo a configuração correta para treinamento distribuído

Para estimar e encontrar o melhor ponto de partida para aplicar as técnicas de treinamento 
distribuído fornecidas pelo SMP v2, consulte a lista a seguir. Cada item da lista discute a vantagem 
de usar o the section called “Principais recursos do SMP v2” junto com possíveis compensações.

Dicas de configuração

Esta seção fornece diretrizes sobre como decidir sobre as melhores configurações de modelo para 
uma taxa de transferência ideal com os requisitos globais de tamanho de lote.

Primeiro, recomendamos as seguintes configurações, independentemente do tamanho do seu 
modelo.

1. Use o tipo de instância mais poderoso que você pode usar.

2. Ative a precisão mista o tempo todo, pois ela oferece benefícios substanciais para desempenho 
e redução de memória. Recomendamos que você use bfloat16 porque é mais preciso do 
quefloat16.

3. Ative a biblioteca de paralelismo de dados SageMaker distribuídos (em vez de usar a 
NCCL) sempre que aplicável, conforme mostrado em. the section called “Compatibilidade 
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com a biblioteca SMDDP” Uma exceção é para casos de tensor-parallelism-only uso 
(hybrid_shard_degree = 1etensor_paralle_degree > 1).

4. Se seu modelo tiver mais de 60 bilhões de parâmetros, recomendamos o usothe section called 
“Inicialização atrasada de parâmetros”. Você também pode usar a inicialização retardada de 
parâmetros para acelerar a inicialização de qualquer modelo.

5. Recomendamos que você habilitethe section called “Ponto de verificação de ativação”.

Dependendo do tamanho do seu modelo, recomendamos que você comece com as orientações a 
seguir.

1. Use paralelismo de dados fragmentados.

a. Dependendo do tamanho do lote que você pretende colocar na memória da GPU, escolha o 
grau de paralelo de dados fragmentados apropriado. Normalmente, você deve começar com o 
grau mais baixo para ajustar seu modelo na memória da GPU e, ao mesmo tempo, minimizar a 
sobrecarga da comunicação de rede. Se você receber um aviso de que vazamentos de cache 
estão ocorrendo, recomendamos que você aumente o grau de fragmentação.

b. Determine world_size com base no tamanho máximo do lote local e no tamanho do lote 
global necessário, se houver.

c. Você pode experimentar o descarregamento de ativação. Dependendo dos cenários, ele pode 
atender às suas necessidades de memória sem precisar aumentar o grau de fragmentação, o 
que significa menos comunicação.

2. Use o paralelismo de dados fragmentados do PyTorch FSDP e o paralelismo tensorial do SMP v2 
simultaneamente, conforme apresentado em. the section called “Paralelismo de tensores”

a. Ao treinar em grandes clusters, somente com o FSDP, o tamanho do lote global pode se tornar 
muito grande, causando problemas de convergência para o modelo. Normalmente, a maioria 
dos trabalhos de pesquisa mantém o tamanho do lote abaixo de 4 milhões de tokens. Nesse 
caso, você pode resolver o problema compondo o PyTorch FSDP com o paralelismo tensorial 
do SMP v2 para reduzir o tamanho do lote.

Por exemplo, se você tiver 256 nós e comprimento de sequência 4096, até mesmo um tamanho 
de lote de 1 por GPU resultará em um tamanho de lote global de 8 milhões de tokens. No 
entanto, quando você usa paralelismo de tensores com grau 2 e tamanho de lote de 1 por 
grupo paralelo de tensores, isso se torna 1/2 tamanho de lote por GPU, o que se traduz em 4 
milhões de tokens.
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b. Ao treinar com longos comprimentos de contexto, como 8k, 16k, a memória de ativação pode 
ficar muito alta. O FSDP não fragmenta as ativações, e as ativações podem fazer com que as 
GPUs fiquem sem memória. Nesses cenários, você pode treinar de forma eficiente compondo o 
PyTorch FSDP com o paralelismo tensorial do SMP v2.

Referência das configurações

A equipe de treinamento de paralelismo de SageMaker modelos fornece os seguintes pontos de 
referência com base em experimentos com o modelo Llama 2 em ml.p4d.24xlarge instância 
(s), comprimento de sequência 4096 e transformados no modelo SMP com. the section called 
“torch.sagemaker.transform”

Modelo Tamanho 
do 
modelo 
(o 
número 
de 
parâmetro 
s do 
modelo)

O 
número 
de 
instância 
s do

Grau 
paralelo 
de dados 
fragmenta 
dos

Tensor 
de grau 
paralelo

Ponto de 
verificaç 
ão de 
ativação

Ativação 
e 
descarreg 
amento

Tamanho 
do lote

7B 1 8 1 VERDADEIR 
O

FALSE 4

70B 32 256 1 VERDADEIR 
O

FALSE 2

Lhama 2

175B 64 128 4 VERDADEIR 
O

VERDADEIR 
O

6

Você pode extrapolar a partir das configurações anteriores para estimar o uso de memória da GPU 
para a configuração do modelo. Por exemplo, se você aumentar o comprimento da sequência de 
um modelo com parâmetro de 10 bilhões ou aumentar o tamanho do modelo para 20 bilhões, talvez 
você queira reduzir o tamanho do lote primeiro. Se o modelo ainda não couber, tente aumentar o 
grau de paralelismo de tensores.
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Monitorando e registrando um trabalho de treinamento usando o SageMaker console e a Amazon 
CloudWatch

Para monitorar métricas em nível de sistema, como utilização da memória da CPU, utilização da 
memória da GPU e utilização da GPU, use a visualização fornecida pelo console. SageMaker

1. No painel de navegação à esquerda, escolha Treinamento.

2. Escolha Training jobs (Trabalhos de treinamento).

3. No painel principal, escolha o nome da tarefa de treinamento do qual você deseja ver mais 
detalhes.

4. Procure no painel principal e encontre a seção Monitoramento para ver a visualização 
automatizada.

5. Para ver os logs de tarefa de treinamento, escolha Visualizar logs na seção Monitoramento. 
Você pode acessar os registros distribuídos do trabalho de treinamento em CloudWatch. Se você 
executou o treinamento distribuído de vários nós, você poderá ver vários streams de log com tags 
no formato algo-n-1234567890. O stream de log algo-1 rastreia os logs de treinamento do nó 
principal (0º).

Para ter mais informações, consulte Monitore e analise trabalhos de treinamento usando o Amazon 
CloudWatch Metrics.

Permissões

Para executar um trabalho de SageMaker treinamento com paralelismo de modelos, verifique se 
você tem as permissões corretas em sua função do IAM, como as seguintes:

• Para usar FSx for Lustre, adicione AmazonFSxFullAccess.

• Para usar o Amazon S3 como um canal de dados, adicione AmazonS3FullAccess.

• Para usar o Docker, crie seu próprio contêiner e envie-o para o Amazon ECR, adicione
AmazonEC2ContainerRegistryFullAccess.

• Para ter acesso total ao uso de todo o conjunto de SageMaker recursos, adicione
AmazonSageMakerFullAccess.

A referência da biblioteca paralela do SageMaker modelo v2

A seguir estão as referências para a biblioteca paralela de SageMaker modelos v2 (SMP v2).
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Tópicos

• Parâmetros de configuração do recurso principal do SMP v2

• Referência para o pacote SMP v2 torch.sagemaker

• Atualização do SMP v1 para o SMP v2

Parâmetros de configuração do recurso principal do SMP v2

A seguir está uma lista completa de parâmetros para ativar e configurar the section called “Principais 
recursos do SMP v2” o. Eles devem ser escritos no formato JSON e passados para o PyTorch 
estimador no SDK do SageMaker Python ou salvos como um arquivo JSON para. SageMaker 
HyperPod

{ 
    "hybrid_shard_degree": Integer, 
    "sm_activation_offloading": Boolean, 
    "activation_loading_horizon": Integer, 
    "fsdp_cache_flush_warnings": Boolean, 
    "allow_empty_shards": Boolean, 
    "tensor_parallel_degree": Integer, 
    "tensor_parallel_seed": Integer
}

• hybrid_shard_degree(Inteiro) — Especifica um grau de paralelismo fragmentado. O valor deve 
ser um número inteiro entre 0 e. world_size O valor padrão é 0.

• Se definido como0, ele volta para a PyTorch implementação nativa e a API no script 
quando tensor_parallel_degree é 1. Caso contrário, ele calcula o maior possível
hybrid_shard_degree com base em tensor_parallel_degree e. world_size
Ao recorrer aos casos de uso nativos do PyTorch FSDP, se FULL_SHARD for a estratégia 
que você usa, ela se fragmenta em todo o cluster de GPUs. Se HYBRID_SHARD ou
_HYBRID_SHARD_ZERO2 foi a estratégia, é equivalente hybrid_shard_degree a 8. Quando 
o paralelismo de tensores está ativado, ele se fragmenta com base na versão revisada.
hybrid_shard_degree

• Se definido como1, ele volta para a PyTorch implementação nativa e a API do script quando
tensor_parallel_degree é 1. NO_SHARD Caso contrário, é equivalente a qualquer
NO_SHARD grupo paralelo de tensores.

• Se definido como um número inteiro entre 2 eworld_size, a fragmentação ocorre no 
número especificado de GPUs. Se você não configurar sharding_strategy no script 
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FSDP, ele será substituído por. HYBRID_SHARD Se você definir_HYBRID_SHARD_ZERO2, o
sharding_strategy que você especificar será usado.

• sm_activation_offloading(Boolean) — Especifica se a implementação de 
descarregamento de ativação do SMP deve ser ativada. SeFalse, o descarregamento usa 
a implementação nativa PyTorch . SeTrue, ele usa a implementação de descarregamento 
de ativação SMP. Você também precisa usar a PyTorch ativação offload wrapper 
(torch.distributed.algorithms._checkpoint.checkpoint_wrapper.offload_wrapper) 
em seu script. Para saber mais, consulte the section called “Ativação e descarregamento”. O valor 
padrão é True.

• activation_loading_horizon(Integer) — Um número inteiro que especifica o tipo de 
horizonte de descarga de ativação para FSDP. Esse é o número máximo de camadas com 
pontos de verificação ou descarregadas cujas entradas podem estar na memória da GPU 
simultaneamente. Para saber mais, consulte the section called “Ativação e descarregamento”. O 
valor de entrada deve ser um número inteiro positivo. O valor padrão é 2.

• fsdp_cache_flush_warnings(Boolean) — Detecta e avisa se as descargas de cache ocorrem 
no gerenciador de PyTorch memória, pois elas podem degradar o desempenho computacional. O 
valor padrão é True.

• allow_empty_shards(Boolean) — Se deve permitir fragmentos vazios ao fragmentar tensores 
se o tensor não for divisível. Essa é uma correção experimental para falhas durante o checkpoint 
em determinados cenários. Desativar isso remonta ao PyTorch comportamento original. O valor 
padrão é False.

• tensor_parallel_degree(Integer) — Especifica um grau de paralelismo do tensor. O valor 
deve estar entre 1 world_size e. O valor padrão é 1. Passar um valor maior que 1 não ativa 
automaticamente o paralelismo do tensor. Você também precisa usar a the section called 
“torch.sagemaker.transform” API para incluir o modelo em seu script de treinamento. Para 
saber mais, consulte the section called “Paralelismo de tensores”.

• tensor_parallel_seed(Integer) — Um número inicial para as operações aleatórias em 
módulos distribuídos em tensor paralelo. Essa semente será adicionada à classificação paralela 
do tensor para definir a semente real para cada classificação. É exclusivo para cada classificação 
paralela do tensor. O SMP v2 garante que a geração de números aleatórios em classificações 
paralelas de tensores corresponda ao caso de paralelismo não tensorial. Para saber mais, 
consulte the section called “Paralelismo de tensores”.
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Referência para o pacote SMP v2 torch.sagemaker

Esta seção é uma referência para o torch.sagemaker pacote fornecido pelo SMP v2.

Tópicos

• torch.sagemaker.delayed_param.DelayedParamIniter

• torch.sagemaker.nn.attn.FlashSelfAttention

• torch.sagemaker.nn.attn.FlashGroupedQueryAttention

• torch.sagemaker.nn.huggingface.llama_flashattn.LlamaFlashAttention

• torch.sagemaker.transform

• torch.sagemakerfunções e propriedades do utilitário

torch.sagemaker.delayed_param.DelayedParamIniter

Uma API the section called “Inicialização atrasada de parâmetros” para aplicação em um PyTorch 
modelo.

class torch.sagemaker.delayed_param.DelayedParamIniter( 
    model: nn.Module, 
    init_method_using_config : Callable = None, 
    verbose: bool = False,
)

Parâmetros

• model(nn.Module) — Um PyTorch modelo para empacotar e aplicar a funcionalidade de 
inicialização retardada de parâmetros do SMP v2.

• init_method_using_config(Callable) — Se você usar a implementação paralela de tensor 
do SMP v2 ou suportadathe section called “Modelos Hugging Face Transformer compatíveis 
com o paralelismo do tensor SMP”, mantenha esse parâmetro no valor padrão, que é. None
Por padrão, a DelayedParamIniter API descobre como inicializar o modelo fornecido 
corretamente. Para qualquer outro modelo, você precisa criar uma função de inicialização 
de parâmetros personalizada e adicioná-la ao seu script. O trecho de código a seguir é a
init_method_using_config função padrão que o SMP v2 implementou para o. the section 
called “Modelos Hugging Face Transformer compatíveis com o paralelismo do tensor SMP”
Use o seguinte trecho de código como referência para criar sua própria função de configuração 
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de inicialização, adicioná-la ao seu script e passá-la para o init_method_using_config
parâmetro da API SMP. DelayedParamIniter

from torch.sagemaker.utils.module_utils import empty_module_params, 
 move_buffers_to_device

# Define a custom init config function.
def custom_init_method_using_config(module): 
    d = torch.cuda.current_device() 
    empty_module_params(module, device=d) 
    if isinstance(module, (nn.Linear, Conv1D)): 
        module.weight.data.normal_(mean=0.0, std=config.initializer_range) 
        if module.bias is not None: 
            module.bias.data.zero_() 
    elif isinstance(module, nn.Embedding): 
        module.weight.data.normal_(mean=0.0, std=config.initializer_range) 
        if module.padding_idx is not None: 
            module.weight.data[module.padding_idx].zero_() 
    elif isinstance(module, nn.LayerNorm): 
        module.weight.data.fill_(1.0) 
        module.bias.data.zero_() 
    elif isinstance(module, LlamaRMSNorm): 
        module.weight.data.fill_(1.0) 
    move_buffers_to_device(module, device=d)

delayed_initer = DelayedParamIniter(model, 
 init_method_using_config=custom_init_method_using_config)

Para obter mais informações sobre as torch.sagemaker.module_util funções no trecho 
de código anterior, consulte. the section called “torch.sagemakerfunções e propriedades do 
utilitário”

• verbose(Boolean) — Se é necessário ativar um registro mais detalhado durante a inicialização e 
a validação. O valor padrão é False.

Métodos

• get_param_init_fn()— Retorna a função de inicialização do parâmetro que você pode passar 
para o param_init_fn argumento da classe wrapper PyTorch FSDP.

• get_post_param_init_fn()— Retorna a função de inicialização do parâmetro que você 
pode passar para o post_param_init_fn argumento da classe wrapper PyTorch FSDP. 
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Isso é necessário quando você amarra pesos no modelo. O modelo deve implementar o 
métodotie_weights. Para obter mais informações, consulte as Notas sobre peso vinculadothe 
section called “Inicialização atrasada de parâmetros”.

• count_num_params(module: nn.Module, *args: Tuple[nn.Parameter]) — 
Rastreia quantos parâmetros estão sendo inicializados pela função de inicialização de 
parâmetros. Isso ajuda a implementar o validate_params_and_buffers_inited método 
a seguir. Normalmente, você não precisa chamar essa função explicitamente, porque o
validate_params_and_buffers_inited método chama esse método implicitamente no 
back-end.

• validate_params_and_buffers_inited(enabled: bool=True) — Este é um gerenciador 
de contexto que ajuda a validar se o número de parâmetros inicializados corresponde ao número 
total de parâmetros no modelo. Ele também valida que todos os parâmetros e buffers agora estão 
em dispositivos de GPU em vez de meta-dispositivos. Isso aumenta AssertionErrors se essas 
condições não forem atendidas. Esse gerenciador de contexto é apenas opcional e você não 
precisa usá-lo para inicializar parâmetros.

torch.sagemaker.nn.attn.FlashSelfAttention

Uma API para usar the section called “FlashAttention” com o SMP v2.

class torch.sagemaker.nn.attn.FlashSelfAttention( 
   attention_dropout_prob: float = 0.0, 
   scale: Optional[float] = None, 
   triton_flash_attention: bool = False, 
   use_alibi: bool = False,
)

Parâmetros

• attention_dropout_prob(float) — A probabilidade de abandono escolar a ser aplicada à 
atenção. O valor padrão é 0.0.

• scale(float) — Se aprovado, esse fator de escala será aplicado para softmax. Se definido como
None (que também é o valor padrão), o fator de escala é1 / sqrt(attention_head_size). O 
valor padrão é None.

• triton_flash_attention(bool) — Se aprovada, a implementação de atenção instantânea do 
Triton será usada. Isso é necessário para apoiar a atenção com vieses lineares (ALiBi) (consulte o
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use_alibi parâmetro a seguir). Essa versão do kernel não suporta o dropout. O valor padrão é
False.

• use_alibi(bool) — Se aprovado, ele ativa a atenção com vieses lineares (ALiBi) usando a 
máscara fornecida. Ao usar ALiBi, ele precisa de uma máscara de atenção preparada da seguinte 
forma. O valor padrão é False.

def generate_alibi_attn_mask(attention_mask, batch_size, seq_length,  
    num_attention_heads, alibi_bias_max=8): 
    device, dtype = attention_mask.device, attention_mask.dtype 
    alibi_attention_mask = torch.zeros( 
        1, num_attention_heads, 1, seq_length, dtype=dtype, device=device 
    ) 

    alibi_bias = torch.arange(1 - seq_length, 1, dtype=dtype, device=device).view( 
        1, 1, 1, seq_length 
    ) 
    m = torch.arange(1, num_attention_heads + 1, dtype=dtype, device=device) 
    m.mul_(alibi_bias_max / num_attention_heads) 
    alibi_bias = alibi_bias * (1.0 / (2 ** m.view(1, num_attention_heads, 1, 1))) 

    alibi_attention_mask.add_(alibi_bias) 
    alibi_attention_mask = alibi_attention_mask[..., :seq_length, :seq_length] 
    if attention_mask is not None and attention_mask.bool().any(): 
        alibi_attention_mask.masked_fill( 
            attention_mask.bool().view(batch_size, 1, 1, seq_length), float("-inf") 
        ) 

    return alibi_attention_mask

Métodos

• forward(self, qkv, attn_mask=None, causal=False, cast_dtype=None, 
layout="b h s d")— Uma função regular PyTorch do módulo. Quando a module(x) é 
chamado, o SMP executa essa função automaticamente.

• qkv— torch.Tensor da seguinte forma: (batch_size x seqlen x (3 x num_heads) 
x head_size) ou(batch_size, (3 x num_heads) x seqlen x head_size), uma 
tupla de torch.Tensors cada uma das quais pode ter a forma(batch_size x seqlen x 
num_heads x head_size), ou(batch_size x num_heads x seqlen x head_size). 
Um argumento de layout apropriado deve ser passado com base na forma.
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• attn_mask— torch.Tensor do seguinte formulário(batch_size x 1 x 1 
x seqlen). Para ativar esse parâmetro de máscara de atenção, é necessário
triton_flash_attention=True use_alibi=True e. Para saber como gerar uma 
máscara de atenção usando esse método, consulte os exemplos de código emthe section called 
“FlashAttention”. O valor padrão é None.

• causal— Quando definido comoFalse, que é o valor padrão do argumento, nenhuma máscara 
é aplicada. Quando definido comoTrue, o forward método usa a máscara triangular inferior 
padrão. O valor padrão é False.

• cast_dtype— Quando configurado para um determinadodtype, ele converte os qkv tensores 
para aquele dtype anteriorattn. Isso é útil para implementações como o modelo Hugging 
Face Transformer GPT-Neox, que tem e com incorporações rotativas posteriores. q k fp32 Se 
definido comoNone, nenhum molde será aplicado. O valor padrão é None.

• layout(string) — Os valores disponíveis são b h s d oub s h d. Isso deve ser definido 
para o layout dos qkv tensores passados, para que as transformações apropriadas possam ser 
aplicadas. attn O valor padrão é b h s d.

Devoluções

Um single torch.Tensor com forma(batch_size x num_heads x seq_len x head_size).

torch.sagemaker.nn.attn.FlashGroupedQueryAttention

Uma API para usar FlashGroupedQueryAttention com o SMP v2. Para saber mais sobre o 
uso dessa API, consultethe section called “Use FlashAttention kernels para atenção de consultas 
agrupadas”.

class torch.sagemaker.nn.attn.FlashGroupedQueryAttention( 
    attention_dropout_prob: float = 0.0, 
    scale: Optional[float] = None,
)

Parâmetros

• attention_dropout_prob(float) — A probabilidade de abandono escolar a ser aplicada à 
atenção. O valor padrão é 0.0.
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• scale(float) — Se aprovado, esse fator de escala é aplicado para softmax. Se definido 
comoNone, 1 / sqrt(attention_head_size) é usado como fator de escala. O valor padrão 
é None.

Métodos

• forward(self, q, kv, causal=False, cast_dtype=None, layout="b s h d")— 
Uma função regular PyTorch do módulo. Quando a module(x) é chamado, o SMP executa essa 
função automaticamente.

• q— torch.Tensor da seguinte forma (batch_size x seqlen x num_heads x 
head_size) ou(batch_size x num_heads x seqlen x head_size). O argumento de 
layout apropriado deve ser passado com base na forma.

• kv— torch.Tensor da seguinte forma (batch_size x seqlen x (2 x num_heads) 
x head_size) ou(batch_size, (2 x num_heads) x seqlen x head_size), ou 
uma tupla de dois torch.Tensor s, cada um dos quais pode ter a forma (batch_size x 
seqlen x num_heads x head_size) ou(batch_size x num_heads x seqlen x 
head_size). layoutO argumento apropriado também deve ser passado com base na forma.

• causal— Quando definido comoFalse, que é o valor padrão do argumento, nenhuma máscara 
é aplicada. Quando definido comoTrue, o forward método usa a máscara triangular inferior 
padrão. O valor padrão é False.

• cast_dtype— Quando definido para um determinado dtype, ele converte os qkv tensores para 
esse dtype antes. attn Isso é útil para implementações como o Hugging Face Transformers 
GPT-Neox, que tem incorporações rotativas posteriores. q,k fp32 Se definido comoNone, 
nenhum molde será aplicado. O valor padrão é None.

• layout (string) — Os valores disponíveis são "b h s d" ou"b s h d". Isso deve ser definido 
para o layout dos qkv tensores passados, para que as transformações apropriadas possam ser 
aplicadas. attn O valor padrão é "b h s d".

Devoluções

Retorna um single torch.Tensor (batch_size x num_heads x seq_len x head_size)
que representa a saída do cálculo da atenção.
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torch.sagemaker.nn.huggingface.llama_flashattn.LlamaFlashAttention

Uma API compatível com FlashAttention o modelo Llama. Essa API usa a the section called 
“torch.sagemaker.nn.attn.FlashGroupedQueryAttention” API em baixo nível. Para saber 
como usar isso, consultethe section called “Use FlashAttention kernels para atenção de consultas 
agrupadas”.

class torch.sagemaker.nn.huggingface.llama_flashattn.LlamaFlashAttention( 
    config: LlamaConfig
)

Parâmetros

• config— Uma FlashAttention configuração para o modelo Llama.

Métodos

• forward(self, hidden_states, attention_mask, position_ids, 
past_key_value, output_attentions, use_cache)

• hidden_states(torch.Tensor) — Estados ocultos de um tensor na forma de(batch_size 
x seq_len x num_heads x head_size).

• attention_mask(torch.LongTensor) — Máscara para evitar prestar atenção ao 
preenchimento de índices de tokens na forma de. (batch_size x seqlen) O valor padrão é
None.

• position_ids(torch.LongTensor) — Quando não estáNone, está na forma 
de(batch_size x seqlen), indicando os índices das posições de cada token de sequência 
de entrada nas incorporações da posição. O valor padrão é None.

• past_key_value(Cache) — Estados ocultos pré-computados (chave e valores nos blocos de 
autoatenção e nos blocos de atenção cruzada). O valor padrão é None.

• output_attentions(bool) — Indica se os tensores de atenção de todas as camadas de 
atenção devem ser retornados. O valor padrão é False.

• use_cache(bool) — Indica se os estados do valor da past_key_values chave devem ser 
retornados. O valor padrão é False.

Devoluções
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Retorna um single torch.Tensor (batch_size x num_heads x seq_len x head_size)
que representa a saída do cálculo da atenção.

torch.sagemaker.transform

O SMP v2 fornece essa torch.sagemaker.transform() API para transformar modelos do 
Hugging Face Transformer em implementações de modelos SMP e habilitar o paralelismo do tensor 
SMP.

torch.sagemaker.transform( 
    model: nn.Module,  
    device: Optional[torch.device] = None,  
    dtype: Optional[torch.dtype] = None,  
    config: Optional[Dict] = None,  
    load_state_dict_from_rank0: bool = False
)

O SMP v2 mantém as políticas de transformação para o the section called “Modelos Hugging 
Face Transformer compatíveis com o paralelismo do tensor SMP” convertendo a configuração dos 
modelos Hugging Face Transformer na configuração do transformador SMP.

Parâmetros

• model(torch.nn.Module) — Um modelo the section called “Modelos Hugging Face Transformer 
compatíveis com o paralelismo do tensor SMP” para transformar e aplicar o recurso de paralelismo 
de tensores da biblioteca SMP.

• device(torch.device) — Se aprovado, um novo modelo é criado neste dispositivo. Se o 
módulo original tiver algum parâmetro no meta-dispositivo (consultethe section called “Inicialização 
atrasada de parâmetros”), o módulo transformado também será criado no meta-dispositivo, 
ignorando o argumento passado aqui. O valor padrão é None.

• dtype(torch.dtype) — Se aprovado, define isso como o gerenciador de contexto dtype para 
a criação do modelo e cria um modelo com esse dtype. Normalmente, isso é desnecessário, pois 
queremos criar o modelo fp32 ao usar MixedPrecision e fp32 é o dtype in PyTorch padrão. O 
valor padrão é None.

• config(dict) — Este é um dicionário para configurar o transformador SMP. A seguir estão as 
chaves disponíveis. O valor padrão é None.

• sequence_parallel(Boolean) — Um booleano que especifica se o paralelismo de sequência 
deve ser usado. O paralelismo de sequência particiona as sequências de entrada ao longo das 
dimensões da sequência para melhorar a eficiência da memória. O valor padrão é True.
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• load_state_dict_from_rank0(Boolean) — Por padrão, esse módulo cria uma nova instância 
do modelo com novos pesos. Quando esse argumento é definido comoTrue, o SMP tenta 
carregar o dicionário de estados do PyTorch modelo original da 0ª classificação em um modelo 
transformado para o grupo paralelo de tensores do qual a 0ª classificação faz parte. Quando 
definido comoTrue, a classificação 0 não pode ter nenhum parâmetro no meta-dispositivo. 
Somente o primeiro grupo paralelo de tensores preenche os pesos da 0ª classificação após 
essa chamada de transformação. Você precisa definir sync_module_states True no wrapper 
FSDP para obter esses pesos do primeiro grupo paralelo de tensores para todos os outros 
processos. Com isso ativado, a biblioteca SMP carrega o dicionário de estados do modelo original. 
A biblioteca SMP pega o state_dict do modelo antes da transformação, o converte para 
corresponder à estrutura do modelo transformado, o fragmenta para cada classificação paralela do 
tensor, comunica esse estado da 0ª classificação para outras classificações no grupo paralelo de 
tensores do qual a 0ª classificação faz parte e o carrega. O valor padrão é False.

Devoluções

Retorna um modelo transformado que você pode empacotar com o PyTorch FSDP. Quando
load_state_dict_from_rank0 definido comoTrue, o grupo paralelo de tensores que envolve 
a classificação 0 tem pesos carregados do dicionário de estado original na classificação 0. 
Ao usar the section called “Inicialização atrasada de parâmetros” no modelo original, somente 
essas classificações têm os tensores reais nas CPUs para os parâmetros e buffers do modelo 
transformado. O resto das classificações continuam com os parâmetros e buffers no meta-dispositivo 
para economizar memória.

torch.sagemakerfunções e propriedades do utilitário

Funções do utilitário torch.sagemaker

• torch.sagemaker.init(config: Optional[Union[str, Dict[str, Any]]] = None) 
-> None— Inicializa o trabalho de PyTorch treinamento com o SMP.

• torch.sagemaker.is_initialized() -> bool— Verifica se o trabalho de treinamento foi 
inicializado com o SMP. Ao voltar para o nativo PyTorch enquanto o trabalho é inicializado com o 
SMP, algumas das propriedades não são relevantes e se tornamNone, conforme indicado na lista 
de propriedades a seguir.

• torch.sagemaker.utils.module_utils.empty_module_params(module: nn.Module, 
device: Optional[torch.device] = None, recurse: bool = False) -> 
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nn.Module— Cria parâmetros vazios no dado, device se houver, e pode ser recursivo para 
todos os módulos aninhados, se especificado.

• torch.sagemaker.utils.module_utils.move_buffers_to_device(module: 
nn.Module, device: torch.device, recurse: bool = False) -> nn.Module— 
Move os buffers do módulo para o determinado device e pode ser recursivo para todos os 
módulos aninhados, se especificado.

Propriedades

torch.sagemaker.statecontém várias propriedades úteis após a inicialização do SMP com.
torch.sagemaker.init

• torch.sagemaker.state.hybrid_shard_degree(int) — O grau de paralelismo de 
dados fragmentados, uma cópia da entrada do usuário na configuração SMP passada para.
torch.sagemaker.init() Para saber mais, consulte the section called “Comece a usar o SMP 
v2”.

• torch.sagemaker.state.rank(int) — A classificação global do dispositivo, na faixa de[0, 
world_size).

• torch.sagemaker.state.rep_rank_process_group(torch.distributed.ProcessGroup) 
— O grupo de processos que inclui todos os dispositivos com a mesma 
classificação de replicação. Observe a diferença sutil, mas fundamental, 
comtorch.sagemaker.state.tp_process_group. Ao voltar para o nativo PyTorch, ele 
retornaNone.

• torch.sagemaker.state.tensor_parallel_degree(int) — O grau de paralelismo 
do tensor, uma cópia da entrada do usuário na configuração SMP passada para.
torch.sagemaker.init() Para saber mais, consulte the section called “Comece a usar o SMP 
v2”.

• torch.sagemaker.state.tp_size(int) — Um alias 
paratorch.sagemaker.state.tensor_parallel_degree.

• torch.sagemaker.state.tp_rank(int) — A classificação do paralelismo do tensor para o 
dispositivo na faixa de[0, tp_size), determinada pelo grau de paralelismo do tensor e pelo 
mecanismo de classificação.

• torch.sagemaker.state.tp_process_group(torch.distributed.ProcessGroup) 
— O grupo de processos paralelos de tensores, incluindo todos os dispositivos com a 
mesma classificação em outras dimensões (por exemplo, paralelismo e replicação de dados 
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fragmentados), mas classificações paralelas de tensores exclusivos. Ao voltar para o nativo 
PyTorch, ele retornaNone.

• torch.sagemaker.state.world_size(int) — O número total de dispositivos usados no 
treinamento.

Atualização do SMP v1 para o SMP v2

Para migrar do SMP v1 para o SMP v2, você deve fazer alterações no script para remover as 
APIs do SMP v1 e aplicar as APIs do SMP v2. Em vez de começar com seu script SMP v1, 
recomendamos que você comece com um script PyTorch FSDP e siga as instruções em. the section 
called “Comece a usar o SMP v2”

Para trazer os modelos SMP v1 para o SMP v2, no SMP v1, você deve coletar o dicionário de 
estado do modelo completo e aplicar as funções de tradução no dicionário de estado do modelo para 
convertê-lo no formato de ponto de verificação do modelo Hugging Face Transformers. Em seguida, 
no SMP v2, conforme discutido emthe section called “Salve e carregue pontos de verificação ao 
usar o SMP”, você pode carregar os pontos de verificação do modelo Hugging Face Transformers e 
continuar usando as APIs de pontos de verificação com PyTorch o SMP v2. Para usar o SMP com 
seu modelo de PyTorch FSDP, certifique-se de migrar para o SMP v2 e fazer alterações em seu 
script de treinamento para usar o PyTorch FSDP e outros recursos mais recentes.

import smdistributed.modelparallel.torch as smp

# Create model
model = ...
model = smp.DistributedModel(model)

# Run training
...

# Save v1 full checkpoint
if smp.rdp_rank() == 0: 
    model_dict = model.state_dict(gather_to_rank0=True) # save the full model 
    # Get the corresponding translation function in smp v1 and translate 
    if model_type == "gpt_neox": 
        from smdistributed.modelparallel.torch.nn.huggingface.gptneox import 
 translate_state_dict_to_hf_gptneox 
        translated_state_dict = translate_state_dict_to_hf_gptneox(state_dict, 
 max_seq_len=None) 
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    # Save the checkpoint 
    checkpoint_path = "checkpoint.pt" 
    if smp.rank() == 0: 
        smp.save( 
            {"model_state_dict": translated_state_dict}, 
            checkpoint_path, 
            partial=False, 
        )

Para encontrar as funções de tradução disponíveis no SMP v1, consulte. the section called “Suporte 
para modelos Hugging Face Transformer”

Para obter instruções sobre como salvar e carregar pontos de verificação de modelos no SMP v2, 
consulte. the section called “Salve e carregue pontos de verificação ao usar o SMP”

Notas de lançamento da biblioteca de SageMaker paralelismo de modelos

Consulte as notas de versão a seguir para acompanhar as atualizações mais recentes da 
biblioteca de paralelismo de SageMaker modelos (SMP). Se você tiver mais perguntas sobre a 
biblioteca SMP, entre em contato com a equipe de serviço do SMP em. sm-model-parallel-
feedback@amazon.com

A biblioteca de paralelismo de SageMaker modelos v2.1.0

Data: 6 de fevereiro de 2024

Atualizações de moeda

• Foi adicionado suporte para PyTorch v2.1.2.

Depreciação

• Suporte descontinuado para Hugging Face Transformers v4.31.0.

Problemas conhecidos

• Foi descoberto um problema: o ajuste fino do modelo Hugging Face Llama 2 com um 
FSDP faz com que o attn_implementation=flash_attention_2 modelo diverja. 
Para referência, consulte o tíquete de edição no repositório Hugging Face Transformers. 
GitHub Para evitar o problema de divergência, use. attn_implementation=sdpa
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Como alternativa, use a implementação do modelo de transformador SMP configurando.
use_smp_implementation=True

Contêiner SMP Docker

A partir desta versão, a equipe da biblioteca SMP distribui contêineres Docker em substituição aos 
contêineres da SageMaker PyTorch estrutura. Se você usar a classe PyTorch estimador no SDK 
do SageMaker Python e especificar a configuração de distribuição para usar o SMP v2, SageMaker 
selecionará automaticamente os contêineres do SMP Docker. Para usar essa versão do SMP v2, 
atualize seu SDK do SageMaker Python para a v2.207.0 ou posterior.

• Contêiner SMP Docker para PyTorch v2.1.2 com CUDA v12.1

658645717510.dkr.ecr.us-west-2.amazonaws.com/smdistributed-modelparallel:2.1.2-gpu-
py310-cu121

• Disponível para instâncias P4d e P5d

• Pacotes pré-instalados neste contêiner Docker

• A biblioteca SMDDP v2.1.0

• CUDNN v8.9.5.29

• FlashAttention v2.3.3

• TransformerEngine v1.2.1

• Transformadores Hugging Face v4.37.1

• Biblioteca de conjuntos de dados Hugging Face v2.16.1

• EFA v1.30.0

Canal SMP Conda

O bucket S3 a seguir é um canal público da Conda hospedado pela equipe de serviço do SMP. Se 
você quiser instalar a biblioteca SMP v2 em um ambiente como SageMaker HyperPod clusters, use 
esse canal Conda para instalar adequadamente a biblioteca SMP.

• https://sagemaker-distributed-model-parallel.s3.us-west-2.amazonaws.com/
smp-v2/
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Para obter mais informações sobre os canais do Conda em geral, consulte Canais na documentação 
do Conda.

A biblioteca de paralelismo de SageMaker modelos v2.0.0

Data: 19 de dezembro de 2023

Novos atributos

Lançou a biblioteca de paralelismo de SageMaker modelos (SMP) v2.0.0 com as seguintes novas 
ofertas.

• Um novo torch.sagemaker pacote, totalmente renovado em relação ao
smdistributed.modelparallel.torch pacote anterior no SMP v1.x.

• Support para PyTorch 2.0.1.

• Support para PyTorch FSDP.

• Implementação do paralelismo de tensores por meio da integração com a biblioteca Transformer 
Engine.

• Support para SageMaker treinamento SageMaker HyperPode.

Alterações significativas

• O SMP v2 reformulou totalmente as APIs e fornece o pacote. torch.sagemaker Na maioria 
das vezes, você só precisa inicializar com o torch.sagemaker.init() módulo e passar os 
parâmetros de configuração paralela do modelo. Com esse novo pacote, você pode simplificar 
significativamente as modificações de código em seu script de treinamento. Para saber mais sobre 
como adaptar seu script de treinamento para usar o SMP v2, consulte. the section called “Comece 
a usar o SMP v2”

• Se você já usou o SMP v1 para treinar modelos do Hugging Face Transformer e deseja reutilizar 
os modelos no SMP v2, consulte. the section called “Atualização do SMP v1 para o SMP v2”

• Para treinamento em PyTorch FSDP, você deve usar o SMP v2.

Problemas conhecidos

• Atualmente, o ponto de verificação de ativação só funciona com as seguintes políticas de 
empacotamento com o FSDP.

• auto_wrap_policy = functools.partial(transformer_auto_wrap_policy, ...)
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• Para ser usadothe section called “Ativação e descarregamento”, o tipo de ponto de verificação de 
ativação do FSDP deve ser REENTRANT.

• Ao executar com o tensor parallel habilitado com o grau paralelo de dados fragmentados definido 
como1, você deve usar. backend = nccl A opção smddp de back-end não é suportada nesse 
cenário.

• É necessário usar o Transformer Engine PyTorch com a biblioteca SMP mesmo quando não está 
usando o paralelismo de tensores.

Outras mudanças

• A partir desta versão, a documentação da biblioteca de paralelismo de SageMaker modelos está 
totalmente disponível neste Guia do desenvolvedor da Amazon SageMaker . Em favor deste guia 
completo do desenvolvedor para SMP v2 no Amazon SageMaker Developer Guide, a referência 
adicional para SMP v1.x na documentação do SDK do SageMaker Python está obsoleta. Se 
você ainda precisar da documentação do SMP v1.x, o guia do desenvolvedor do SMP v1.x está 
disponível em, the section called “Biblioteca de paralelismo de SageMaker modelos (arquivada) 
v1.x” e a referência da biblioteca SMP Python v1.x está disponível na documentação do SDK do 
Python v2.199.0. SageMaker

Depreciações

• Suporte descontinuado para TensorFlow.

• Não há suporte para paralelismo de pipeline no SMP v2.

• Não há suporte para a DeepSpeed biblioteca em favor do PyTorch FSDP nativo.

Migração para contêineres de AWS Deep Learning

Essa versão passou no teste de benchmark e foi migrada para os seguintes AWSDeep Learning
Containers.

• SageMaker Contêiner de estrutura para PyTorch v2.0.1
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Biblioteca de paralelismo de SageMaker modelos (arquivada) v1.x

Important

Em 19 de dezembro de 2023, a biblioteca de paralelismo de SageMaker modelos (SMP) v2 
foi lançada. Em favor da biblioteca SMP v2, os recursos do SMP v1 não são mais suportados 
em versões futuras. A seção e os tópicos a seguir são arquivados e específicos para o 
uso da biblioteca SMP v1. Para obter informações sobre como usar a biblioteca SMP v2, 
consulte. the section called “SageMaker biblioteca de paralelismo de modelos v2”

Use a biblioteca paralela SageMaker de modelos da Amazon para treinar grandes modelos de 
aprendizado profundo (DL) que são difíceis de treinar devido às limitações de memória da GPU. A 
biblioteca divide um modelo de forma automática e eficiente em várias GPUs e instâncias. Usando 
a biblioteca, você pode obter uma precisão de previsão de metas mais rapidamente treinando com 
eficiência modelos DL maiores com bilhões ou trilhões de parâmetros.

Você pode usar a biblioteca para particionar automaticamente seus próprios PyTorch modelos 
TensorFlow e modelos em várias GPUs e vários nós com o mínimo de alterações no código. Você 
pode acessar a API da biblioteca por meio do SDK do SageMaker Python.

Use as seções a seguir para saber mais sobre o paralelismo de modelos e a biblioteca SageMaker 
paralela de modelos. A documentação da API dessa biblioteca está localizada em Distributed 
Training APIs na documentação do SageMaker Python SDK v2.199.0.

Tópicos

• Introdução ao paralelismo de modelos

• Frameworks compatíveis e Regiões da AWS

• Principais características da biblioteca de SageMaker paralelismo de modelos

• Execute um trabalho de treinamento SageMaker distribuído com paralelismo de modelos

• Apontando pontos de verificação e ajustando um modelo com paralelismo de modelos

• SageMaker Melhores práticas de paralelismo de modelos distribuídos

• Dicas e armadilhas de configuração da SageMaker Distributed Model Parallelism Library

• Solução de problemas de paralelismo do modelo
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Introdução ao paralelismo de modelos

O paralelismo de modelos é um método de treinamento distribuído no qual o modelo de aprendizado 
profundo é particionado em vários dispositivos, dentro de ou entre instâncias. Esta página de 
introdução fornece uma visão geral de alto nível sobre o paralelismo de modelos, uma descrição de 
como ele pode ajudar a superar problemas que surgem ao treinar modelos de DL que normalmente 
são muito grandes e exemplos do que a biblioteca paralela de modelos do SageMaker oferece para 
ajudar a gerenciar estratégias paralelas de modelos, bem como o consumo de memória.

O que é paralelismo de modelos?

Aumentar o tamanho dos modelos de aprendizado profundo (camadas e parâmetros) gera maior 
precisão para tarefas complexas, como visão computacional e processamento de linguagem natural. 
No entanto, há um limite para o tamanho máximo do modelo que você pode colocar na memória de 
uma única GPU. Ao treinar modelos de DL, as limitações de memória da GPU podem ser gargalos 
das seguintes maneiras:

• Limitam o tamanho do modelo que você pode treinar, já que a área ocupada pela memória de um 
modelo é escalada proporcionalmente ao número de parâmetros.

• Limitam o tamanho do lote por GPU durante o treinamento, reduzindo a utilização da GPU e a 
eficiência do treinamento.

Para superar as limitações associadas ao treinamento de um modelo em uma única GPU, o 
SageMaker fornece a biblioteca paralela de modelos para ajudar a distribuir e treinar modelos de DL 
de forma eficiente em vários nós de computação. Além disso, com a biblioteca, você pode obter o 
treinamento distribuído mais otimizado usando dispositivos compatíveis com a EFA, que aprimoram 
o desempenho da comunicação entre nós com baixa latência, alto throughput e desvio do sistema 
operacional.

Estime os requisitos de memória antes de usar o paralelismo do modelo

Antes de usar a biblioteca paralela de modelos do SageMaker, considere o seguinte para ter uma 
ideia dos requisitos de memória para treinar grandes modelos de DL.

Para um trabalho de treinamento que usa os otimizadores AMP (FP16) e Adam, a memória 
necessária de GPU por parâmetro é de cerca de 20 bytes, que podemos dividir da seguinte forma:

• Um parâmetro FP16 ~ 2 bytes

• Um gradiente FP16 ~ 2 bytes
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• Um estado de otimizador FP32 de ~ 8 bytes com base nos otimizadores Adam

• Uma cópia FP32 do parâmetro ~ 4 bytes [necessária para a operação optimizer apply (OA)]

• Uma cópia FP32 do gradiente ~ 4 bytes [necessária para a operação (OA)]

Mesmo para um modelo DL relativamente pequeno com 10 bilhões de parâmetros, ele pode exigir 
pelo menos 200 GB de memória, que é muito mais do que a memória típica da GPU (por exemplo, 
NVIDIA A100 com 40/80 GB de memória e V100 com 16/32 GB) disponível em uma única GPU. 
Observe que, além dos requisitos de memória para os estados do modelo e do otimizador, há outros 
consumidores de memória, como ativações geradas na passagem direta. A memória necessária 
pode ser muito superior a 200 GB.

Para treinamento distribuído, recomendamos que você use instâncias P3 e P4 do Amazon EC2 
que tenham GPUs NVIDIA V100 e A100 Tensor Core, respectivamente. Para obter mais detalhes 
sobre especificações como núcleos de CPU, RAM, volume de armazenamento anexado e largura de 
banda de rede, consulte a seção Computação acelerada na página Tipos de instância do Amazon 
EC2.

Mesmo com as instâncias com computação acelerada, é óbvio que modelos com cerca de 10 bilhões 
de parâmetros, como Megatron-LM e T5, e modelos ainda maiores com centenas de bilhões de 
parâmetros, como GPT-3, não cabem réplicas de modelos em cada dispositivo de GPU.

Como a biblioteca emprega técnicas de paralelismo de modelos e economia de memória

A biblioteca consiste em vários tipos de atributos de paralelismo de modelos e atributos de economia 
de memória, como fragmentação de estado do otimizador, ponto de verificação de ativação e 
descarregamento de ativação. Todas essas técnicas podem ser combinadas para treinar com 
eficiência modelos grandes que consistem em centenas de bilhões de parâmetros.

Tópicos

• Paralelismo de dados fragmentados (disponível para PyTorch)

• Paralelismo de pipeline (disponível para PyTorch e TensorFlow)

• Paralelismo de tensores (disponível para PyTorch)

• Fragmentação de estado do otimizador (disponível para PyTorch)

• Ativação, descarregamento e ponto de verificação (disponível para PyTorch)

• Escolhendo as técnicas certas para seu modelo
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Paralelismo de dados fragmentados (disponível para PyTorch)

O paralelismo de dados fragmentados é uma técnica de treinamento distribuído que economiza 
memória e divide o estado de um modelo (parâmetros do modelo, gradientes e estados do 
otimizador) em GPUs dentro de um grupo paralelo de dados.

O SageMaker implementa o paralelismo de dados fragmentados por meio da implantação do MICS, 
que é uma biblioteca que minimiza a comunicação em escala e foi discutida na postagem no blog
Escalonamento quase linear do treinamento em modelos gigantes em AWS.

Você pode aplicar paralelismo de dados fragmentados ao seu modelo como uma estratégia 
independente. Além disso, se estiver usando as instâncias de GPU de melhor desempenho 
equipadas com GPUs NVIDIA A100 Tensor Core ml.p4d.24xlarge, você pode aproveitar a 
velocidade de treinamento aprimorada da AllGather operação oferecida por SMDDP Collectives.

Para se aprofundar no paralelismo de dados fragmentados e aprender como configurá-lo ou usar 
uma combinação de paralelismo de dados fragmentados com outras técnicas, como paralelismo de 
tensores e treinamento de FP16, consulte the section called “Paralelismo de dados compartilhados”.

Paralelismo de pipeline (disponível para PyTorch e TensorFlow)

O paralelismo do pipeline particiona o conjunto de camadas ou operações no conjunto de 
dispositivos, deixando cada operação intacta. Quando você especifica um valor para o 
número de partições do modelo (pipeline_parallel_degree), o número total de GPUs 
(processes_per_host) deve ser divisível pelo número das partições do modelo. Para 
configurar isso corretamente, é preciso especificar os valores corretos para os parâmetros
pipeline_parallel_degree e processes_per_host. A matemática simples é a seguinte:

(pipeline_parallel_degree) x (data_parallel_degree) = processes_per_host

A biblioteca se encarrega de calcular o número de réplicas do modelo (também chamado
data_parallel_degree) de acordo com os dois parâmetros de entrada que você fornece.

Por exemplo, se você definir "pipeline_parallel_degree": 2 e "processes_per_host": 
8 usar uma instância de ML com oito operadores de GPU como, por exemplo, ml.p3.16xlarge, 
a biblioteca configura automaticamente o modelo distribuído entre as GPUs e o paralelismo de 
dados em quatro vias. A imagem a seguir ilustra como um modelo é distribuído entre as oito GPUs, 
alcançando o paralelismo de dados em quatro vias e o paralelismo bidirecional do pipeline. Cada 
réplica do modelo, na qual a definimos como um grupo paralelo de pipeline e a rotulamos como
PP_GROUP, é particionada em duas GPUs. Cada partição do modelo é atribuída a quatro GPUs, 

SageMaker biblioteca de paralelismo de modelos v2 3793

https://www.amazon.science/blog/near-linear-scaling-of-gigantic-model-training-on-aws


Amazon SageMaker Guia do Desenvolvedor

onde as quatro réplicas de partição estão em um grupo paralelo de dados e são rotuladas como
DP_GROUP. Sem paralelismo de tensores, o grupo paralelo do pipeline é essencialmente o grupo 
paralelo do modelo.
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Para se aprofundar no paralelismo do pipeline, consulte Principais características da biblioteca de 
SageMaker paralelismo de modelos.

Para começar a executar seu modelo usando o paralelismo de pipeline, consulte Executar um 
trabalho de treinamento distribuído do SageMaker com a biblioteca paralela de modelos do 
SageMaker.

Paralelismo de tensores (disponível para PyTorch)

O paralelismo tensorial divide camadas individuais ou nn.Modules, entre dispositivos, para ser 
executado em paralelo. A figura a seguir mostra o exemplo mais simples de como a biblioteca 
divide um modelo com quatro camadas para obter o paralelismo de tensores bidirecionais 
("tensor_parallel_degree": 2). As camadas de cada réplica do modelo são divididas 
ao meio e distribuídas em duas GPUs. Neste exemplo, a configuração paralela do modelo 
também inclui "pipeline_parallel_degree": 1 e "ddp": True (usa o pacote PyTorch 
DistributedDataParallel em segundo plano), então o grau de paralelismo de dados se torna oito. A 
biblioteca gerencia a comunicação entre as réplicas do modelo distribuído por tensor.
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A utilidade desse atributo está no fato de que você pode selecionar camadas específicas ou um 
subconjunto de camadas para aplicar o paralelismo tensorial. Para se aprofundar no paralelismo 
tensorial e em outros atributos de economia de memória do PyTorch e aprender como definir uma 
combinação de paralelismo de pipeline e tensor, consulte Paralelismo tensorial.

Fragmentação de estado do otimizador (disponível para PyTorch)

Para entender como a biblioteca executa a fragmentação de estado do otimizador, considere um 
modelo de exemplo simples com quatro camadas. A ideia principal para otimizar a fragmentação 
de estado é que você não precisa replicar o estado do otimizador em todas as suas GPUs. Em vez 
disso, uma única réplica do estado do otimizador é fragmentada em classificações paralelas de 
dados, sem redundância entre dispositivos. Por exemplo, a GPU 0 mantém o estado do otimizador 
para a camada um, a próxima GPU 1 mantém o estado do otimizador para a L2 e assim por diante. 
A figura animada a seguir mostra uma propagação inversa com a técnica de fragmentação de estado 
do otimizador. No final da propagação reversa, há tempo de computação e rede para a operação
optimizer apply (OA) atualizar os estados do otimizador e a operação all-gather (AG) para 

SageMaker biblioteca de paralelismo de modelos v2 3797



Amazon SageMaker Guia do Desenvolvedor

atualizar os parâmetros do modelo para a próxima iteração. Mais importante ainda, a operação
reduce pode se sobrepor à computação na GPU 0, resultando em uma propagação retroativa mais 
rápida e eficiente em termos de memória. Na implantação atual, as operações AG e OA não se 
sobrepõem a compute. Isso pode resultar em uma computação estendida durante a operação do 
AG, portanto, pode haver uma compensação.

Para obter mais informações sobre como usar esse atributo, consulte Fragmentação do estado do 
otimizador.
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Ativação, descarregamento e ponto de verificação (disponível para PyTorch)

Para economizar memória da GPU, a biblioteca oferece suporte ao ponto de verificação de 
ativação para evitar o armazenamento de ativações internas na memória da GPU para módulos 
especificados pelo usuário durante a passagem direta. A biblioteca recalcula essas ativações 
durante a retropassagem. Além disso, o atributo de descarregamento de ativação descarrega as 
ativações armazenadas na memória da CPU e retorna à GPU durante a retropassagem para reduzir 
ainda mais o espaço ocupado pela memória de ativação. Para mais informações sobre como usar 
esses atributo, consulte Ponto de verificação de ativação e Descarregamento de ativação.

Escolhendo as técnicas certas para seu modelo

Para obter mais informações sobre como escolher as técnicas e configurações corretas, consulte
Práticas recomendadas paralelas do modelo distribuído do SageMaker e Dicas e armadilhas de 
configuração.

Frameworks compatíveis e Regiões da AWS

Antes de usar a biblioteca de paralelismo de SageMaker modelos, verifique as estruturas e os tipos 
de instância compatíveis e determine se há cotas suficientes em sua conta e. AWS Região da AWS

Note

Para verificar as atualizações e notas de lançamento mais recentes da biblioteca, consulte as
Notas de versão do SageMaker Model Parallel na documentação do SDK para SageMaker 
Python.

Estruturas compatíveis

A biblioteca de paralelismo de SageMaker modelos oferece suporte às seguintes estruturas de 
aprendizado profundo e está disponível em AWS Deep Learning Containers (DLC) ou pode ser 
baixada como um arquivo binário.
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PyTorch versões suportadas pela biblioteca SageMaker de SageMaker paralelismo de modelos

PyTorch versão SageMaker versão da 
biblioteca de paralelis 
mo do modelo

URI da imagem 
DLC integrado
smdistributed-
modelparallel

URL do arquivo 
binário**

v2.0.0 smdistributed-
modelparallel 
==v1.15.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:2.0. 
0-gpu-py310-
cu118-ubuntu20. 
04-sagemaker

sagemaker-distribu 
ted-model-parallel 
https://. s3.us-wes 
t-2.amazonaws.com /
pytorch-2.0.0/bui 
ld-artifacts/2023- 
04-14-20-14/smdist 
ributed_modelparal 
lel-1.15.0-cp310-c 
p310-linux_x86_64. 
whl

v1.13.1 smdistributed-
modelparallel 
==v1.15.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.13 
.1-gpu-py39-
cu117-ubuntu20. 
04-sagemaker

https://sagemaker- 
distributed-model- 
parallel. s3.us-wes 
t-2.amazonaws.com /
pytorch-1.13.1/bu 
ild-artifacts/2023 
-04-17-15-49/smdis 
tributed_modelpara 
llel-1.15.0-cp39-cp39-
linux_x86_64.whl

v1.12.1 smdistributed-
modelparallel 
==v1.13.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.12 
.1-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

https://sagemaker- 
distributed-model- 
parallel. s3.us-wes 
t-2.amazonaws.com /
pytorch-1.12.1/bu 
ild-artifacts/2022 
-12-08-21-34/smdis 
tributed_modelpara 
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PyTorch versão SageMaker versão da 
biblioteca de paralelis 
mo do modelo

URI da imagem 
DLC integrado
smdistributed-
modelparallel

URL do arquivo 
binário**

llel-1.13.0-cp38-cp38-
linux_x86_64.whl

v1.12.0 smdistributed-
modelparallel 
==v1.11.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.12 
.0-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

https://sagemaker- 
distributed-model- 
parallel. s3.us-wes 
t-2.amazonaws.com /
pytorch-1.12.0/bu 
ild-artifacts/2022 
-08-12-16-58/smdis 
tributed_modelpara 
llel-1.11.0-cp38-cp38-
linux_x86_64.whl

v1.11.0 smdistributed-
modelparallel 
==v1.10.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.11 
.0-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

https://sagemaker- 
distributed-model- 
parallel. s3.us-wes 
t-2.amazonaws.com /
pytorch-1.11.0/bu 
ild-artifacts/2022 
-07-11-19-23/smdis 
tributed_modelpara 
llel-1.10.0-cp38-cp38-
linux_x86_64.whl
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PyTorch versão SageMaker versão da 
biblioteca de paralelis 
mo do modelo

URI da imagem 
DLC integrado
smdistributed-
modelparallel

URL do arquivo 
binário**

v1.10.2 smdistributed-
modelparallel 
==v1.7.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.10 
.2-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

-

v1.10.0 smdistributed-
modelparallel 
==v1.5.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.10 
.0-gpu-py38-
cu113-ubuntu20. 
04-sagemaker

-

v1.9.1 smdistributed-
modelparallel 
==v1.4.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.9. 
1-gpu-py3 
8-cu111-u 
buntu20.04

-
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PyTorch versão SageMaker versão da 
biblioteca de paralelis 
mo do modelo

URI da imagem 
DLC integrado
smdistributed-
modelparallel

URL do arquivo 
binário**

v1.8.1* smdistributed-
modelparallel 
==v1.6.0

763104351 
884.dkr.e 
cr. <region>.amazonaw 
s.com/pytorch-
training:1.8. 
1-gpu-py3 
6-cu111-u 
buntu18.04

-

Note

A biblioteca de paralelismo de SageMaker modelos v1.6.0 e versões posteriores fornece 
recursos estendidos para o. PyTorch Para ter mais informações, consulte Principais 
características da biblioteca de SageMaker paralelismo de modelos.

** Os URLs dos arquivos binários são para instalar a biblioteca de paralelismo de SageMaker 
modelos em contêineres personalizados. Para ter mais informações, consulte the section called 
“Criar contêineres do Docker com a biblioteca de contêineres”.

TensorFlow versões suportadas pela biblioteca SageMaker de SageMaker paralelismo de modelos

TensorFlow versão SageMaker versão da 
biblioteca de paralelismo do 
modelo

URI da imagem DLC integrado
smdistributed-mode 
lparallel

v2.6.0 smdistributed-mode 
lparallel==v1.4.0

763104351884.dkr.e 
cr. <region>.amazonaw 
s.com/tensorflow-t 
raining:2.6.0-gpu- 
py38-cu112-ubuntu2 
0.04
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TensorFlow versão SageMaker versão da 
biblioteca de paralelismo do 
modelo

URI da imagem DLC integrado
smdistributed-mode 
lparallel

v2.5.1 smdistributed-mode 
lparallel==v1.4.0

763104351884.dkr.e 
cr. <region>.amazonaw 
s.com/tensorflow-t 
raining:2.5.1-gpu- 
py37-cu112-ubuntu1 
8.04

Versões do Hugging Face Transformers suportadas pela biblioteca paralela de dados SageMaker 
distribuídos SageMaker

Os Contêineres de AWS Deep Learning para Hugging Face usam os Contêineres de SageMaker 
Treinamento para PyTorch e TensorFlow como suas imagens base. Para consultar as versões 
e as versões emparelhadas da biblioteca Hugging Face Transformers, consulte as versões mais 
recentes do Hugging Face Containers PyTorch e TensorFlow as versões anteriores do Hugging Face 
Container.

Regiões da AWS

A biblioteca paralela de SageMaker dados está disponível em todos os locais em Regiões da AWS 
que os AWSDeep Learning Containers SageMaker estão em serviço. Para obter mais informações, 
consulte as Imagens disponíveis de contêineres de aprendizado profundo.

Tipos de instâncias compatíveis

A biblioteca de paralelismo de SageMaker modelos exige um dos seguintes tipos de instância de ML.

Tipo de instância

ml.g4dn.12xlarge

ml.p3.16xlarge

ml.p3dn.24xlarge

ml.p4d.24xlarge
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Tipo de instância

ml.p4de.24xlarge

Para especificações dos tipos de instância, consulte a seção Computação acelerada na página Tipos 
de instância do Amazon EC2. Para obter informações sobre preços de instâncias, consulte Amazon 
SageMaker Pricing.

Se você encontrou uma mensagem de erro semelhante à seguinte, siga as instruções em Solicitar 
um aumento da cota de serviço para SageMaker recursos.

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling 
    the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge 
    for training job usage' is 0 Instances, with current utilization of 0 Instances 
    and a request delta of 1 Instances. 
    Please contact AWS support to request an increase for this limit.

Principais características da biblioteca de SageMaker paralelismo de modelos

A biblioteca SageMaker de paralelismo de modelos da Amazon oferece estratégias de distribuição 
e técnicas de economia de memória, como paralelismo de dados fragmentados, paralelismo de 
tensores, particionamento de modelos por camadas para agendamento de pipeline e pontos de 
verificação. As estratégias e técnicas de paralelismo de modelos ajudam a distribuir modelos 
grandes em vários dispositivos, otimizando a velocidade de treinamento e o consumo de memória. 
A biblioteca também fornece funções auxiliares, gerenciadores de contexto e funções de wrapper do 
Python para adaptar seu script de treinamento para particionamento automático ou manual do seu 
modelo.

Ao implementar o paralelismo de modelos em seu trabalho de treinamento, você mantém o 
mesmo fluxo de trabalho em duas etapas mostrado na seção Executar um trabalho de SageMaker 
treinamento distribuído com paralelismo de modelos. Para adaptar seu script de treinamento, você 
adicionará zero ou poucas linhas de código adicionais ao seu script de treinamento. Para iniciar um 
trabalho de treinamento do script de treinamento adaptado, você precisará definir os parâmetros de 
configuração da distribuição para ativar os recursos de economia de memória ou para passar valores 
para o grau de paralelismo.

Para começar com exemplos, consulte os seguintes cadernos Jupyter que demonstram como usar a 
biblioteca de paralelismo de SageMaker modelos.
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• PyTorch exemplos de cadernos

• TensorFlow exemplos de cadernos

Para se aprofundar nos principais recursos da biblioteca, consulte os tópicos a seguir.

Note

As bibliotecas de treinamento SageMaker distribuídas estão disponíveis por meio dos 
contêineres de aprendizado AWS profundo do Hugging Face e TensorFlow na plataforma de 
treinamento. PyTorch SageMaker Para utilizar os recursos das bibliotecas de treinamento 
distribuídas, recomendamos que você use o SDK do SageMaker Python. Você também pode 
configurar manualmente a sintaxe de solicitação JSON se usar SageMaker APIs por meio 
do SDK for Python (Boto3) ou. AWS Command Line Interface Em toda a documentação, 
as instruções e os exemplos se concentram em como usar as bibliotecas de treinamento 
distribuídas com o SDK do SageMaker Python.

Important

A biblioteca de paralelismo de SageMaker modelos oferece suporte a todos os recursos 
principais e oferece suporte ao paralelismo de pipeline para PyTorch. TensorFlow

Tópicos

• Paralelismo de dados compartilhados

• Programação de um modelo

• Paralelismo tensorial

• Fragmentação de estado do otimizador

• Verificação de ativação

• Ativação e descarregamento

• Treinamento FP16 com paralelismo de modelos

• Compatibilidade com o FlashAttention

SageMaker biblioteca de paralelismo de modelos v2 3806

https://github.com/aws/amazon-sagemaker-examples/tree/main/training/distributed_training/pytorch/model_parallel
https://github.com/aws/amazon-sagemaker-examples/tree/main/training/distributed_training/tensorflow/model_parallel/mnist


Amazon SageMaker Guia do Desenvolvedor

Paralelismo de dados compartilhados

O paralelismo de dados fragmentados é uma técnica de treinamento distribuído que economiza 
memória e divide o estado de um modelo (parâmetros do modelo, gradientes e estados do 
otimizador) em GPUs dentro de um grupo paralelo de dados.

Note

O paralelismo de dados fragmentados está disponível PyTorch na biblioteca de paralelismo 
de SageMaker modelos v1.11.0 e versões posteriores.

Ao escalar seu trabalho de treinamento para um grande cluster de GPU, você pode reduzir o espaço 
de memória por GPU do modelo fragmentando o estado de treinamento do modelo em várias GPUs. 
Isso traz dois benefícios: você pode ajustar modelos maiores, que de outra forma ficariam sem 
memória com o paralelismo de dados padrão, ou você pode aumentar o tamanho do lote usando a 
memória liberada da GPU.

A técnica padrão de paralelismo de dados replica os estados de treinamento nas GPUs no grupo 
paralelo de dados e executa a agregação de gradientes com base na operação AllReduce. O 
paralelismo de dados fragmentados modifica o procedimento padrão de treinamento distribuído em 
paralelo a dados para considerar a natureza fragmentada dos estados do otimizador. Um grupo de 
classificações nas quais os estados do modelo e do otimizador são fragmentados é chamado de
grupo de fragmentação. A técnica de paralelismo de dados fragmentados fragmenta os parâmetros 
treináveis de um modelo e os gradientes e estados do otimizador correspondentes nas GPUs do
grupo de fragmentação.

SageMaker alcança o paralelismo de dados fragmentados por meio da implementação de MICs, 
que é discutida na postagem do AWS blog Escalonamento quase linear do treinamento de modelos 
gigantes em. AWS Nessa implementação, você pode definir o grau de fragmentação como um 
parâmetro configurável, que deve ser menor que o grau de paralelismo de dados. Durante cada 
passagem para frente e para trás, os MICs recombinam temporariamente os parâmetros do modelo 
em todas as GPUs durante a operação AllGather. Após a passagem para frente ou para trás de 
cada camada, os MICs fragmentam os parâmetros novamente para economizar memória da GPU. 
Durante o retrocesso, os MICs reduzem os gradientes e os fragmentam simultaneamente nas GPUs 
durante a operação ReduceScatter. Por fim, os MICs aplicam os gradientes locais reduzidos e 
fragmentados aos fragmentos de parâmetros locais correspondentes, usando os fragmentos locais 
dos estados do otimizador. Para reduzir a sobrecarga de comunicação, a biblioteca de paralelismo 
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de SageMaker modelos pré-busca as próximas camadas na passagem para frente ou para trás e 
sobrepõe a comunicação de rede à computação.

O estado de treinamento do modelo é replicado nos grupos de fragmentação. Isso significa que 
antes que os gradientes sejam aplicados aos parâmetros, a operação AllReduce deve ocorrer 
nos grupos de fragmentação, além da operação ReduceScatter que ocorre dentro do grupo de 
fragmentação.

Na verdade, o paralelismo de dados fragmentados introduz uma compensação entre a sobrecarga 
de comunicação e a eficiência da memória da GPU. Usar o paralelismo de dados fragmentados 
aumenta o custo de comunicação, mas o espaço de memória por GPU (excluindo o uso de memória 
devido a ativações) é dividido pelo grau de paralelismo de dados fragmentados, portanto, modelos 
maiores podem caber no cluster de GPU.

Seleção do grau de paralelismo de dados fragmentados

Quando você seleciona um valor para o grau de paralelismo de dados fragmentados, o valor deve 
dividir uniformemente o grau de paralelismo de dados. Por exemplo, para um trabalho de paralelismo 
de dados de 8 vias, escolha 2, 4 ou 8 para o grau de paralelismo de dados fragmentados. Ao 
escolher o grau de paralelismo de dados fragmentados, recomendamos que você comece com um 
número pequeno e aumente gradualmente até que o modelo caiba na memória junto com o tamanho 
de lote desejado.

Seleção do tamanho do lote

Depois de configurar o paralelismo de dados fragmentados, certifique-se de encontrar a configuração 
de treinamento ideal que possa ser executada com êxito no cluster da GPU. Para treinar modelos de 
linguagem grande (LLM), comece com o tamanho do lote 1 e aumente-o gradualmente até chegar 
ao ponto de receber o erro out-of-memory (OOM). Se você encontrar o erro OOM mesmo com o 
menor tamanho de lote, aplique um grau mais alto de paralelismo de dados fragmentados ou uma 
combinação de paralelismo de dados fragmentados e paralelismo de tensores.

Tópicos

• Como aplicar o paralelismo de dados fragmentados ao seu trabalho de treinamento

• Referência das configurações

• Paralelismo de dados fragmentados com coletivos SMDDP

• Treinamento misto de precisão com paralelismo de dados fragmentados

• Paralelismo de dados fragmentados com paralelismo de tensores
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• Dicas e considerações para usar o paralelismo de dados fragmentados

Como aplicar o paralelismo de dados fragmentados ao seu trabalho de treinamento

Para começar com o paralelismo de dados fragmentados, aplique as modificações necessárias em 
seu script de treinamento e configure o SageMaker PyTorch estimador com os parâmetros. sharded-
data-parallelism-specific Considere também usar valores de referência e exemplos de cadernos 
como ponto de partida.

Adapte seu roteiro PyTorch de treinamento

Siga as instruções na Etapa 1: Modifique um script de PyTorch treinamento para agrupar os objetos 
do modelo e do otimizador com os smdistributed.modelparallel.torch invólucros dos 
módulos torch.nn.parallel e. torch.distributed

(Opcional) Modificação adicional para registrar os parâmetros externos do modelo

Se seu modelo for construído com torch.nn.Module e usar parâmetros que não estão 
definidos na classe do módulo, você deve registrá-los manualmente no módulo para que o 
SMP colete os parâmetros completos enquanto. Para registrar parâmetros em um módulo, use
smp.register_parameter(module, parameter).

class Module(torch.nn.Module): 
    def __init__(self, *args): 
        super().__init__(self, *args) 
        self.layer1 = Layer1() 
        self.layer2 = Layer2() 
         smp.register_parameter(self, self.layer1.weight)

    def forward(self, input): 
        x = self.layer1(input) 
        # self.layer1.weight is required by self.layer2.forward 
        y = self.layer2(x, self.layer1.weight) 
        return y

Configurar o SageMaker PyTorch estimador

Ao configurar um SageMaker PyTorch estimador emthe section called “Etapa 2: iniciar um trabalho 
de treinamento”, adicione os parâmetros para paralelismo de dados fragmentados.
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Para ativar o paralelismo de dados fragmentados, adicione o sharded_data_parallel_degree
parâmetro ao Estimador. SageMaker PyTorch Esse parâmetro especifica o número de GPUs nas 
quais o estado de treinamento é fragmentado. O valor de sharded_data_parallel_degree
deve ser um número inteiro entre um e o grau de paralelismo de dados e deve dividir uniformemente 
o grau de paralelismo de dados. Observe que a biblioteca detecta automaticamente o número de 
GPUs, portanto, o grau paralelo dos dados. Os parâmetros adicionais a seguir estão disponíveis para 
configurar o paralelismo de dados fragmentados.

• "sdp_reduce_bucket_size"(int, default: 5e8) — Especifica o tamanho dos compartimentos de
gradiente PyTorch DDP em número de elementos do dtype padrão.

• "sdp_param_persistence_threshold"(int, default: 1e6) — Especifica o tamanho de um 
tensor de parâmetros em número de elementos que podem persistir em cada GPU. O paralelismo 
de dados fragmentados divide cada tensor de parâmetros em GPUs de um grupo paralelo de 
dados. Se o número de elementos no tensor de parâmetros for menor que esse limite, o tensor de 
parâmetros não será dividido; isso ajuda a reduzir a sobrecarga de comunicação porque o tensor 
de parâmetros é replicado em GPUs paralelas de dados.

• "sdp_max_live_parameters"(int, default: 1e9) — Especifica o número máximo de parâmetros 
que podem estar simultaneamente em um estado de treinamento recombinado durante a 
passagem para frente e para trás. A busca de parâmetros com a operação AllGather é 
interrompida quando o número de parâmetros ativos atinge o limite determinado. Observe que 
aumentar esse parâmetro aumenta o espaço ocupado pela memória.

• "sdp_hierarchical_allgather"(bool, default: True) — Se definida como True, a operação
AllGather é executada hierarquicamente: ela é executada primeiro em cada nó e depois em 
todos os nós. Para trabalhos de treinamento distribuídos de vários nós, a operação AllGather
hierárquica é ativada automaticamente.

• "sdp_gradient_clipping"(float, padrão: 1.0) — Especifica um limite para recortar o gradiente 
na norma L2 dos gradientes antes de propagá-los para trás por meio dos parâmetros do modelo. 
Quando o paralelismo de dados fragmentados é ativado, o recorte de gradiente também é ativado. 
O limite padrão é 1.0. Ajuste esse parâmetro se você tiver o problema de gradientes explosivos.

O código a seguir mostra um exemplo de como configurar o paralelismo de dados fragmentados.

import sagemaker
from sagemaker.pytorch import PyTorch

smp_options = { 
    "enabled": True, 
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    "parameters": { 
        # "pipeline_parallel_degree": 1,    # Optional, default is 1 
        # "tensor_parallel_degree": 1,      # Optional, default is 1 
        "ddp": True, 
        # parameters for sharded data parallelism 
        "sharded_data_parallel_degree": 2,              # Add this to activate sharded 
 data parallelism 
        "sdp_reduce_bucket_size": int(5e8),             # Optional 
        "sdp_param_persistence_threshold": int(1e6),    # Optional 
        "sdp_max_live_parameters": int(1e9),            # Optional 
        "sdp_hierarchical_allgather": True,             # Optional 
        "sdp_gradient_clipping": 1.0                    # Optional 
    }
}

mpi_options = { 
    "enabled" : True,                      # Required 
    "processes_per_host" : 8               # Required
}

smp_estimator = PyTorch( 
    entry_point="your_training_script.py", # Specify your train script 
    role=sagemaker.get_execution_role(), 
    instance_count=1, 
    instance_type='ml.p3.16xlarge', 
    framework_version='1.13.1', 
    py_version='py3', 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="sharded-data-parallel-job"
)

smp_estimator.fit('s3://my_bucket/my_training_data/')

Referência das configurações

A equipe de treinamento SageMaker distribuída fornece as seguintes configurações de referência 
que você pode usar como ponto de partida. Você pode extrapolar a partir das configurações a seguir 
para experimentar e estimar o uso de memória da GPU para a configuração do seu modelo.
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Paralelismo de dados fragmentados com coletivos SMDDP

Modelo/nú 
mero de 
parâmetros

Número de 
instâncias

Tipo de 
instância

Comprimen 
to da 
sequência

Tamanho 
global do 
lote

Tamanho 
do minilote

Grau 
paralelo 
de dados 
fragmenta 
dos

GPT-
NEOX-20B

2 ml.p4d.24 
xlarge

2048 64 4 16

GPT-
NEOX-20B

8 ml.p4d.24 
xlarge

2048 768 12 32

Por exemplo, se você aumentar o comprimento da sequência de um modelo de 20 bilhões de 
parâmetros ou aumentar o tamanho do modelo para 65 bilhões de parâmetros, primeiro precisará 
tentar reduzir o tamanho do lote. Se o modelo ainda não se adequar ao menor tamanho de lote (o 
tamanho do lote de 1), tente aumentar o grau de paralelismo do modelo.

Paralelismo de dados fragmentados com paralelismo de tensores e coletivos NCCL

Modelo/
número 
de 
parâmetro 
s

Número 
de 
instância 
s

Tipo de 
instância

Comprimen 
to da 
sequência

Tamanho 
global 
do lote

Tamanho 
do 
minilote

Grau 
paralelo 
de 
dados 
fragmenta 
dos

Tensor 
de grau 
paralelo

Ativação 
e 
descarreg 
amento

GPT-
NEOX- 
65B

64 ml.p4d.24 
xlarge

2048 512 8 16 8 Y

GPT-
NEOX- 
65B

64 ml.p4d.24 
xlarge

4096 512 2 64 2 Y

O uso combinado de paralelismo de dados fragmentados e paralelismo de tensores é útil quando 
você deseja ajustar um grande modelo de linguagem (LLM) em um cluster de grande escala 
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enquanto usa dados de texto com um comprimento de sequência maior, o que leva ao uso de um 
tamanho de lote menor e, consequentemente, manipula o uso de memória da GPU para treinar LLMs 
em sequências de texto mais longas. Para saber mais, consulte the section called “Paralelismo de 
dados fragmentados com paralelismo de tensores”.

Para estudos de caso, benchmarks e mais exemplos de configuração, consulte a postagem do blog
Novas melhorias de desempenho na biblioteca paralela de SageMaker modelos da Amazon.

Paralelismo de dados fragmentados com coletivos SMDDP

A biblioteca SageMaker de paralelismo de dados oferece primitivas de comunicação coletiva 
(coletivas SMDDP) otimizadas para a infraestrutura. AWS Ele obtém a otimização adotando um 
padrão de all-to-all-type comunicação usando o Elastic Fabric Adapter (EFA), resultando em 
coletivos de alto rendimento e menos sensíveis à latência, transferindo o processamento relacionado 
à comunicação para a CPU e liberando ciclos de GPU para computação. Em grandes clusters, os 
coletivos SMDDP podem oferecer melhorias no performance de treinamento distribuído em até 40% 
em comparação com o NCCL. Para estudos de caso e resultados de benchmark, consulte o blog
Novas melhorias de desempenho na biblioteca de paralelismo de SageMaker modelos da Amazon.

Note

O paralelismo de dados fragmentados com SMDDP Collectives está disponível na biblioteca 
de paralelismo de SageMaker modelos v1.13.0 e posterior e na biblioteca de paralelismo de 
dados v1.6.0 e posterior. SageMaker Consulte também Supported configurations para usar o 
paralelismo de dados fragmentados com coletivos SMDDP.

No paralelismo de dados fragmentados, que é uma técnica comumente usada em treinamento 
distribuído em grande escala, o coletivo AllGather é usado para reconstituir os parâmetros 
da camada fragmentada para cálculos de passagem para frente e para trás, em paralelo com a 
computação da GPU. Para modelos grandes, realizar a operação AllGather com eficiência é 
fundamental para evitar problemas de gargalo na GPU e diminuir a velocidade de treinamento. 
Quando o paralelismo de dados fragmentados é ativado, os coletivos SMDDP entram nesses 
coletivos de performance crítico, melhorando a produtividade do treinamento AllGather.

Treine com coletivos SMDDP

Quando seu trabalho de treinamento tem o paralelismo de dados fragmentados ativado e atende 
ao Supported configurations, os coletivos SMDDP são ativados automaticamente. Internamente, 
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os coletivos SMDDP otimizam o coletivo AllGather para ter performance na infraestrutura AWS 
e recorrem ao NCCL para todos os outros coletivos. Além disso, em configurações incompatíveis, 
todos os coletivos, inclusive AllGather, usam automaticamente o back-end NCCL.

Desde a versão 1.13.0 da biblioteca de paralelismo de SageMaker modelos, o
"ddp_dist_backend" parâmetro é adicionado às opções. modelparallel O valor padrão desse 
parâmetro de configuração é "auto", que usa coletivos SMDDP sempre que possível e, caso 
contrário, volta para NCCL. Para forçar a biblioteca a sempre usar NCCL, especifique "nccl" para o 
parâmetro de configuração "ddp_dist_backend".

O exemplo de código a seguir mostra como configurar um PyTorch estimador usando o paralelismo 
de dados fragmentados com o "ddp_dist_backend" parâmetro, que é definido como padrão e, 
portanto, "auto" opcional para adição.

import sagemaker
from sagemaker.pytorch import PyTorch

smp_options = { 
    "enabled":True, 
    "parameters": {                         
        "partitions": 1, 
        "ddp": True, 
        "sharded_data_parallel_degree": 64
        "bf16": True, 
         "ddp_dist_backend": "auto"  # Specify "nccl" to force to use NCCL.
    }
}

mpi_options = { 
    "enabled" : True,                      # Required 
    "processes_per_host" : 8               # Required
}

smd_mp_estimator = PyTorch( 
    entry_point="your_training_script.py", # Specify your train script 
    source_dir="location_to_your_script", 
    role=sagemaker.get_execution_role(), 
    instance_count=8, 
    instance_type='ml.p4d.24xlarge', 
    framework_version='1.13.1', 
    py_version='py3', 
    distribution={ 

SageMaker biblioteca de paralelismo de modelos v2 3814



Amazon SageMaker Guia do Desenvolvedor

        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="sharded-data-parallel-demo",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Configurações com suporte

A operação AllGather com coletivos SMDDP é ativada em trabalhos de treinamento quando todos 
os requisitos de configuração a seguir são atendidos.

• O grau de paralelismo de dados fragmentados maior que 1

• Instance_count maior que 1

• Instance_type igual a ml.p4d.24xlarge

• SageMaker contêiner de treinamento para PyTorch v1.12.1 ou posterior

• A biblioteca SageMaker de paralelismo de dados v1.6.0 ou posterior

• A biblioteca de paralelismo de SageMaker modelos v1.13.0 ou posterior

Ajuste de performance e memória

Os coletivos SMDDP utilizam memória GPU adicional. Há duas variáveis de ambiente para 
configurar o uso da memória da GPU, dependendo dos diferentes casos de uso de treinamento de 
modelo.

• SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES – Durante a operação SMDDP AllGather, o 
buffer de entrada AllGather é copiado em um buffer temporário para comunicação entre nós. A 
variável SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES controla o tamanho (em bytes) desse buffer 
temporário. Se o tamanho do buffer temporário for menor que o tamanho do buffer AllGather de 
entrada, o coletivo AllGather voltará a usar o NCCL.

• Valor padrão: 16 * 1024 * 1024 (16 MB)

• Valores aceitáveis: qualquer múltiplo de 8192

• SMDDP_AG_SORT_BUFFER_SIZE_BYTES – A variável SMDDP_AG_SORT_BUFFER_SIZE_BYTES
é dimensionar o buffer temporário (em bytes) para armazenar os dados coletados da 
comunicação entre nós. Se o tamanho desse buffer temporário for menor que 1/8 * 
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sharded_data_parallel_degree * AllGather input size, o coletivo AllGather volta 
a usar o NCCL.

• Valor padrão: 128 * 1024 * 1024 (128 MB)

• Valores aceitáveis: qualquer múltiplo de 8192

Orientação de ajuste sobre as variáveis de tamanho do buffer

Os valores padrão das variáveis de ambiente devem funcionar bem na maioria dos casos de uso. 
Recomendamos ajustar essas variáveis somente se o treinamento apresentar o erro out-of-memory 
(OOM).

A lista a seguir discute algumas dicas de ajuste para reduzir o consumo de memória da GPU dos 
coletivos SMDDP e, ao mesmo tempo, reter o ganho de performance deles.

• Ajustar SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES

• O tamanho do buffer de entrada AllGather é menor para modelos menores. Portanto, o 
tamanho necessário para SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES pode ser menor para 
modelos com menos parâmetros.

• O tamanho do buffer de entrada AllGather diminui à medida que
sharded_data_parallel_degree aumenta, porque o modelo é fragmentado em mais 
GPUs. Portanto, o tamanho necessário para SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES
pode ser menor para trabalhos de treinamento com valores grandes para
sharded_data_parallel_degree.

• Ajustar SMDDP_AG_SORT_BUFFER_SIZE_BYTES

• A quantidade de dados coletados da comunicação entre nós é menor para modelos com menos 
parâmetros. Portanto, o tamanho necessário para SMDDP_AG_SORT_BUFFER_SIZE_BYTES
pode ser menor para modelos com menor número de parâmetros.

Alguns coletivos podem voltar a usar o NCCL; portanto, você pode não obter o ganho de 
performance dos coletivos SMDDP otimizados. Se houver memória da GPU adicional disponível 
para uso, considere aumentar os valores SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES e
SMDDP_AG_SORT_BUFFER_SIZE_BYTES se beneficiar do ganho de performance.

O código a seguir mostra como você pode configurar as variáveis de ambiente anexando-as ao
mpi_options parâmetro de distribuição do PyTorch estimador.

SageMaker biblioteca de paralelismo de modelos v2 3816



Amazon SageMaker Guia do Desenvolvedor

import sagemaker
from sagemaker.pytorch import PyTorch

smp_options = { 
    .... # All modelparallel configuration options go here
}

mpi_options = { 
    "enabled" : True,                      # Required 
    "processes_per_host" : 8               # Required
}

# Use the following two lines to tune values of the environment variables for buffer
mpioptions += " -x SMDDP_AG_SCRATCH_BUFFER_SIZE_BYTES=8192"  
mpioptions += " -x SMDDP_AG_SORT_BUFFER_SIZE_BYTES=8192"

smd_mp_estimator = PyTorch( 
    entry_point="your_training_script.py", # Specify your train script 
    source_dir="location_to_your_script", 
    role=sagemaker.get_execution_role(), 
    instance_count=8, 
    instance_type='ml.p4d.24xlarge', 
    framework_version='1.13.1', 
    py_version='py3', 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="sharded-data-parallel-demo-with-tuning",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Treinamento misto de precisão com paralelismo de dados fragmentados

Para economizar ainda mais a memória da GPU com números de ponto flutuante de meia precisão e 
paralelismo de dados fragmentados, você pode ativar o formato de ponto flutuante de 16 bits (FP16) 
ou o formato de ponto flutuante Brain (BF16) adicionando um parâmetro adicional à configuração de 
treinamento distribuído.
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Note

O treinamento misto de precisão com paralelismo de dados fragmentados está disponível na 
biblioteca de paralelismo de SageMaker modelos v1.11.0 e versões posteriores.

Para treinamento do FP16 com paralelismo de dados fragmentados

Para executar o treinamento do FP16 com paralelismo de dados fragmentados, adicione "fp16": 
True" ao dicionário de configuração smp_options. Em seu script de treinamento, você 
pode escolher entre as opções de escalonamento de perda estática e dinâmica por meio do 
módulo smp.DistributedOptimizer. Para ter mais informações, consulte the section called 
“Treinamento FP16 com paralelismo de modelos”.

smp_options = { 
    "enabled": True, 
    "parameters": { 
        "ddp": True, 
        "sharded_data_parallel_degree": 2, 
         "fp16": True
    }
}

Para treinamento do BF16 com paralelismo de dados fragmentados

O recurso de paralelismo de dados fragmentados do SageMaker suporta o treinamento no tipo de 
dados BF16. O tipo de dados BF16 usa 8 bits para representar o expoente de um número de ponto 
flutuante, enquanto o tipo de dados FP16 usa 5 bits. Preservar os 8 bits para o expoente permite 
manter a mesma representação do expoente de um número de ponto flutuante de precisão única 
(FP32) de 32 bits. Isso torna a conversão entre FP32 e BF16 mais simples e significativamente 
menos propensa a causar problemas de estouro e subfluxo que surgem frequentemente no 
treinamento de FP16, especialmente ao treinar modelos maiores. Embora os dois tipos de dados 
usem 16 bits no total, esse intervalo de representação aumentado para o expoente no formato 
BF16 ocorre às custas da precisão reduzida. Para treinar modelos grandes, essa precisão reduzida 
geralmente é considerada uma compensação aceitável para o alcance e a estabilidade do 
treinamento.

SageMaker biblioteca de paralelismo de modelos v2 3818



Amazon SageMaker Guia do Desenvolvedor

Note

Atualmente, o treinamento do BF16 funciona somente quando o paralelismo de dados 
fragmentados é ativado.

Para executar o treinamento BF16 com paralelismo de dados fragmentados, adicione "bf16": 
True ao dicionário de configuração smp_options.

smp_options = { 
    "enabled": True, 
    "parameters": { 
        "ddp": True, 
        "sharded_data_parallel_degree": 2, 
         "bf16": True
    }
}

Paralelismo de dados fragmentados com paralelismo de tensores

Se você usa paralelismo de dados fragmentados e também precisa reduzir o tamanho global do 
lote, considere usar paralelismo de tensores com paralelismo de dados fragmentados. Ao treinar um 
modelo grande com paralelismo de dados fragmentados em um cluster de computação muito grande 
(normalmente 128 nós ou mais), até mesmo um pequeno tamanho de lote por GPU resulta em um 
tamanho de lote global muito grande. Isso pode levar a problemas de convergência ou problemas 
de baixo performance computacional. Às vezes, não é possível reduzir o tamanho do lote por GPU 
apenas com o paralelismo de dados fragmentados, quando um único lote já é grande e não pode ser 
reduzido ainda mais. Nesses casos, usar o paralelismo de dados fragmentados em combinação com 
o paralelismo de tensores ajuda a reduzir o tamanho global do lote.

A escolha dos graus ideais de dados fragmentados paralelos e tensores paralelos depende da 
escala do modelo, do tipo de instância e do tamanho global do lote que seja razoável para a 
convergência do modelo. Recomendamos que você comece com um grau paralelo de baixo tensor 
para ajustar o tamanho do lote global ao cluster de computação para resolver out-of-memory erros 
de CUDA e obter o melhor desempenho. Veja os dois exemplos de casos a seguir para saber como 
a combinação de paralelismo de tensores e paralelismo de dados fragmentados ajuda você a ajustar 
o tamanho global do lote agrupando GPUs para paralelismo de modelos, resultando em um número 
menor de réplicas de modelos e em um tamanho de lote global menor.
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Note

Esse recurso está disponível na biblioteca de paralelismo de SageMaker modelos v1.15 e 
oferece suporte à v1.13.1. PyTorch

Note

Esse recurso está disponível para os modelos suportados pela funcionalidade de paralelismo 
de tensores da biblioteca. Para encontrar a lista dos modelos compatíveis, consulte
Support for Hugging Face Transformer Models. Observe também que você precisa 
passar tensor_parallelism=True para o argumento smp.model_creation ao 
modificar seu script de treinamento. Para saber mais, consulte o script de treinamento
train_gpt_simple.pyno  GitHub repositório SageMaker de exemplos.

Exemplo 1

Suponha que queremos treinar um modelo em um cluster de 1536 GPUs (192 nós com 
8 GPUs em cada), definindo o grau de paralelismo de dados fragmentados como 32 
(sharded_data_parallel_degree=32) e o tamanho do lote por GPU como 1, onde cada lote 
tem um comprimento de sequência de 4096 tokens. Nesse caso, existem 1536 réplicas de modelos, 
o tamanho do lote global se torna 1536 e cada lote global contém cerca de 6 milhões de tokens.

(1536 GPUs) * (1 batch per GPU) = (1536 global batches)
(1536 batches) * (4096 tokens per batch) = (6,291,456 tokens)

Adicionar paralelismo de tensor a ele pode diminuir o tamanho global do lote. Um exemplo de 
configuração pode ser definir o grau paralelo do tensor como 8 e o tamanho do lote por GPU como 
4. Isso forma 192 grupos paralelos de tensores ou 192 réplicas de modelo, em que cada réplica do 
modelo é distribuída em 8 GPUs. O tamanho do lote de 4 é a quantidade de dados de treinamento 
por iteração e por grupo paralelo de tensores; ou seja, cada réplica do modelo consome 4 lotes por 
iteração. Nesse caso, o tamanho do lote global se torna 768 e cada lote global contém cerca de 3 
milhões de tokens. Portanto, o tamanho do lote global é reduzido pela metade em comparação com 
o caso anterior com apenas o paralelismo de dados fragmentados.

(1536 GPUs) / (8 tensor parallel degree) = (192 tensor parallelism groups)
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(192 tensor parallelism groups) * (4 batches per tensor parallelism group) = (768 
 global batches)
(768 batches) * (4096 tokens per batch) = (3,145,728 tokens)

Exemplo 2

Quando o paralelismo de dados fragmentados e o paralelismo de tensores são ativados, 
a biblioteca primeiro aplica o paralelismo de tensores e fragmenta o modelo em toda essa 
dimensão. Para cada classificação paralela do tensor, o paralelismo de dados é aplicado conforme
sharded_data_parallel_degree.

Por exemplo, suponha que queremos definir 32 GPUs com um grau paralelo de tensor de 4 
(formando grupos de 4 GPUs), um grau paralelo de dados fragmentados de 4, terminando com um 
grau de replicação de 2. A atribuição cria oito grupos de GPU com base no grau paralelo do tensor 
da seguinte forma: (0,1,2,3), (4,5,6,7), (8,9,10,11), (12,13,14,15), (16,17,18,19),
(20,21,22,23), (24,25,26,27), (28,29,30,31). Ou seja, quatro GPUs formam um grupo 
paralelo de tensores. Nesse caso, o grupo paralelo de dados reduzido para as GPUs de 0ª 
classificação dos grupos paralelos tensores seria (0,4,8,12,16,20,24,28). O grupo paralelo de 
dados reduzido é fragmentado com base no grau paralelo de dados fragmentados de 4, resultando 
em dois grupos de replicação para paralelismo de dados. As GPUs (0,4,8,12) formam um grupo 
de fragmentação, que coletivamente contém uma cópia completa de todos os parâmetros para a 
classificação paralela do 0º tensor, e as GPUs (16,20,24,28) formam outro grupo desse tipo. 
Outras classificações paralelas de tensores também têm grupos de fragmentação e replicação 
semelhantes.

Figure 1: Tensor parallelism groups for (nodes, sharded data parallel degree, tensor parallel degree) 
= (4, 4, 4), where each rectangle represents a GPU with indices from 0 to 31. The GPUs form tensor 
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parallelism groups from TPG0 to TPG7. Replication groups are ({TPG0, TPG4}, {TPG1, TPG5}, {TPG2, 
TPG6} and {TPG3, TPG7}); each replication group pair shares the same color but filled differently.

Figure 2: Sharded data parallelism groups for (nodes, sharded data parallel degree, tensor parallel 
degree) = (4, 4, 4), where each rectangle represents a GPU with indices from 0 to 31. The GPUs form 
sharded data parallelism groups from SDPG0 to SDPG7. Replication groups are ({SDPG0, SDPG4}, 
{SDPG1, SDPG5}, {SDPG2, SDPG6} and {SDPG3, SDPG7}); each replication group pair shares the 
same color but filled differently.

Como ativar o paralelismo de dados fragmentados com o paralelismo de tensores

Para usar o paralelismo de dados fragmentados com o paralelismo de tensores, você precisa definir 
ambos sharded_data_parallel_degree e tensor_parallel_degree na configuração para 
criar um objeto da classe estimadoradistribution. SageMaker PyTorch

Você também precisa ativar prescaled_batch. Isso significa que, em vez de cada GPU ler seu 
próprio lote de dados, cada grupo paralelo de tensores lê coletivamente um lote combinado do 
tamanho de lote escolhido. Efetivamente, em vez de dividir o conjunto de dados em partes iguais ao 
número de GPUs (ou tamanho paralelo de dados, smp.dp_size()), ele se divide em partes iguais 
ao número de GPUs dividido por tensor_parallel_degree (também chamado de tamanho 
paralelo de dados reduzido smp.rdp_size()). Para obter mais detalhes sobre o lote pré-escalado, 
consulte Prescaled Batch na documentação do SageMaker Python SDK. Veja também o exemplo 
de script de treinamento train_gpt_simple.pypara GPT-2 no repositório Examples. SageMaker 
GitHub

O trecho de código a seguir mostra um exemplo de criação de um objeto PyTorch estimador com 
base no cenário mencionado acima em. the section called “Exemplo 2”

mpi_options = "-verbose --mca orte_base_help_aggregate 0 "
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smp_parameters = { 
    "ddp": True, 
    "fp16": True, 
    "prescaled_batch": True, 
    "sharded_data_parallel_degree": 4, 
    "tensor_parallel_degree": 4
}

pytorch_estimator = PyTorch( 
    entry_point="your_training_script.py", 
    role=role, 
    instance_type="ml.p4d.24xlarge", 
    volume_size=200, 
    instance_count=4, 
    sagemaker_session=sagemaker_session, 
    py_version="py3", 
    framework_version="1.13.1", 
    distribution={ 
        "smdistributed": { 
            "modelparallel": { 
                "enabled": True,  
                "parameters": smp_parameters, 
            } 
        }, 
        "mpi": { 
            "enabled": True, 
            "processes_per_host": 8, 
            "custom_mpi_options": mpi_options, 
        }, 
    }, 
    source_dir="source_directory_of_your_code", 
    output_path=s3_output_location
)

Dicas e considerações para usar o paralelismo de dados fragmentados

Considere o seguinte ao usar o paralelismo de dados fragmentados da biblioteca de paralelismo de 
SageMaker modelos.

• O paralelismo de dados fragmentados é compatível com o treinamento FP16. Para executar o 
treinamento do FP16, consulte a seção the section called “Treinamento FP16 com paralelismo de 
modelos”.
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• O paralelismo de dados fragmentados é compatível com o paralelismo de tensores. Os itens a 
seguir são o que talvez você precise considerar para usar o paralelismo de dados fragmentados 
com o paralelismo de tensores.

• Ao usar paralelismo de dados fragmentados com paralelismo de tensores, as camadas de 
incorporação também são distribuídas automaticamente pelo grupo paralelo de tensores. Em 
outras palavras, o parâmetro distribute_embedding é definido automaticamente como
True. Para obter mais informações sobre paralelismo tensorial, consulte the section called 
“Paralelismo tensorial”.

• Observe que o paralelismo de dados fragmentados com o paralelismo de tensores atualmente 
usa os coletivos NCCL como back-end da estratégia de treinamento distribuído.

Para saber mais, consulte a seção the section called “Paralelismo de dados fragmentados com 
paralelismo de tensores”.

• Atualmente, o paralelismo de dados fragmentados é incompatível com o paralelismo de pipeline ou 
com a fragmentação de estado do otimizador. Para ativar o paralelismo de dados fragmentados, 
desative a fragmentação de estado do otimizador e defina o grau paralelo do pipeline como 1.

• Os recursos de ponto de verificação de ativação e descarregamento de ativação são compatíveis 
com o paralelismo de dados fragmentados.

• Para usar o paralelismo de dados fragmentados com o acúmulo de gradiente, defina o argumento
backward_passes_per_step para o número de etapas de acumulação ao agrupar seu modelo 
com o módulo smdistributed.modelparallel.torch.DistributedModel. Isso garante 
que a operação AllReduce de gradiente nos grupos de replicação do modelo (grupos de 
fragmentação) ocorra no limite do acúmulo de gradiente.

• Você pode verificar seus modelos treinados com paralelismo de dados fragmentados 
usando as APIs de ponto de verificação da biblioteca smp.save_checkpoint e
smp.resume_from_checkpoint. Para ter mais informações, consulte the section called 
“Apontando um PyTorch modelo distribuído (para a biblioteca de paralelismo de SageMaker 
modelos v1.10.0 e posterior)”.

• O comportamento do parâmetro de configuração delayed_parameter_initialization
muda sob o paralelismo de dados fragmentados. Quando esses dois recursos são ativados 
simultaneamente, os parâmetros são inicializados imediatamente após a criação do modelo de 
forma fragmentada, em vez de atrasar a inicialização do parâmetro, para que cada classificação 
inicialize e armazene seu próprio fragmento de parâmetros.

• Quando o paralelismo de dados fragmentados é ativado, a biblioteca executa o recorte de 
gradiente internamente quando a chamada optimizer.step() é executada. Você não precisa 
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usar APIs utilitárias para recorte de gradiente, como torch.nn.utils.clip_grad_norm_(). 
Para ajustar o valor limite para recorte de gradiente, você pode defini-lo por meio do
sdp_gradient_clipping parâmetro para a configuração do parâmetro de distribuição ao 
construir o SageMaker PyTorch estimador, conforme mostrado na seção. the section called “Como 
aplicar o paralelismo de dados fragmentados ao seu trabalho de treinamento”

Programação de um modelo

Um dos principais recursos da biblioteca de SageMaker paralelismo de modelos é o paralelismo 
de pipeline, que determina a ordem na qual os cálculos são feitos e os dados são processados nos 
dispositivos durante o treinamento do modelo. O pipelining é uma técnica para alcançar a verdadeira 
paralelização no paralelismo do modelo, fazendo com que as GPUs computem simultaneamente 
em diferentes amostras de dados e para superar a perda de performance devido à computação 
sequencial. Quando você usa o paralelismo de pipeline, o trabalho de treinamento é executado de 
forma agrupada em microlotes para maximizar o uso da GPU.

Note

O paralelismo de pipeline, também chamado de particionamento de modelo, está disponível 
para e. PyTorch TensorFlow Para versões com suporte dos frameworks, consulte the section 
called “Frameworks compatíveis e Regiões da AWS”.

Cronograma de execução do pipeline

O pipelining é baseado na divisão de um minilote em microlotes, que são inseridos no pipeline de 
treinamento one-by-one e seguem um cronograma de execução definido pelo tempo de execução 
da biblioteca. Um microlote é um subconjunto menor de um determinado minilote de treinamento. O 
cronograma do pipeline determina qual microlote é executado por qual dispositivo em cada intervalo 
de tempo.

Por exemplo, dependendo do cronograma do pipeline e da partição do modelo, a GPU i pode 
realizar a computação (para frente ou para trás) no microlote b enquanto a GPU i+1 executa a 
computação no microlote b+1, mantendo as duas GPUs ativas ao mesmo tempo. Durante uma única 
passagem para frente ou para trás, o fluxo de execução de um único microlote pode visitar o mesmo 
dispositivo várias vezes, dependendo da decisão de particionamento. Por exemplo, uma operação 
que está no início do modelo pode ser colocada no mesmo dispositivo que uma operação no final do 
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modelo, enquanto as operações intermediárias estão em dispositivos diferentes, o que significa que 
esse dispositivo é visitado duas vezes.

A biblioteca oferece dois cronogramas de pipeline diferentes, simples e intercalados, que podem ser 
configurados usando o parâmetro pipeline no SDK do Python. SageMaker Na maioria dos casos, 
o pipeline intercalado pode obter melhor performance utilizando as GPUs com mais eficiência.

Gasoduto intercalado

Em um pipeline intercalado, a execução reversa dos microlotes é priorizada sempre que possível. 
Isso permite uma liberação mais rápida da memória usada para ativações, usando a memória com 
mais eficiência. Também permite aumentar o número de microlotes, reduzindo o tempo ocioso das 
GPUs. Em estado estacionário, cada dispositivo alterna entre passes para frente e para trás. Isso 
significa que a passagem para trás de um microlote pode ser executada antes que a passagem para 
frente de outro microlote termine.

A figura anterior ilustra um exemplo de cronograma de execução para o pipeline intercalado em 
2 GPUs. Na figura, F0 representa a passagem para frente para o microlote 0 e B1 representa a 
passagem para trás para o microlote 1. A atualização representa a atualização do otimizador dos 
parâmetros. A GPU0 sempre prioriza as passagens para trás sempre que possível (por exemplo, 
executa B0 antes de F2), o que permite limpar a memória usada para ativações anteriores.

Pipeline simples

Uma tubulação simples, por outro lado, termina de executar a passagem para frente para cada 
microlote antes de iniciar a passagem para trás. Isso significa que ele apenas canaliza os estágios 
de passagem para frente e para trás dentro de si. A figura a seguir ilustra um exemplo de como isso 
funciona, com mais de 2 GPUs.
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Execução de pipelining em estruturas específicas

Use as seções a seguir para aprender sobre as decisões de agendamento de pipeline específicas da 
estrutura que a biblioteca de SageMaker paralelismo de modelos faz para e. TensorFlow PyTorch

Execução de pipeline com TensorFlow

A imagem a seguir é um exemplo de um TensorFlow gráfico particionado pela biblioteca de 
paralelismo de modelos, usando a divisão automatizada de modelos. Quando um gráfico é dividido, 
cada subgráfico resultante é replicado B vezes (exceto para as variáveis), onde B é o número de 
microlotes. Nesta figura, cada subgráfico é replicado 2 vezes (B=2). Uma operação SMPInput é 
inserida em cada entrada de um subgráfico e uma operação SMPOutput é inserida em cada saída. 
Essas operações se comunicam com o back-end da biblioteca para transferir tensores de e para os 
outros.

A imagem a seguir é um exemplo de 2 subgráficos divididos com B=2 com operações de gradiente 
adicionadas. O gradiente de uma operação SMPInput é uma operação SMPOutput e vice-versa. 
Isso permite que os gradientes fluam para trás durante a retropropagação.
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Esse GIF demonstra um exemplo de cronograma de execução de pipeline intercalado com B=2 
microlotes e 2 subgráficos. Cada dispositivo executa sequencialmente uma das réplicas do 
subgráfico para melhorar a utilização da GPU. À medida que B cresce, a fração de intervalos 
de tempo ociosos vai para zero. Sempre que é hora de fazer cálculos (para frente ou para trás) 
em uma réplica específica do subgráfico, a camada do pipeline sinaliza para as operações azuis 
correspondentes SMPInput começarem a ser executadas.

Depois que os gradientes de todos os microlotes em um único minilote são calculados, a biblioteca 
combina os gradientes entre microlotes, que podem ser aplicados aos parâmetros.

Execução de pipeline com PyTorch

Conceitualmente, o pipelining segue uma ideia semelhante em. PyTorch No entanto, como PyTorch 
não envolve gráficos estáticos, o PyTorch recurso da biblioteca de paralelismo de modelos usa um 
paradigma de pipeline mais dinâmico.

Por exemplo TensorFlow, cada lote é dividido em vários microlotes, que são executados um por vez 
em cada dispositivo. No entanto, o cronograma de execução é gerenciado por meio de servidores de 
execução lançados em cada dispositivo. Sempre que a saída de um submódulo colocado em outro 
dispositivo é necessária no dispositivo atual, uma solicitação de execução é enviada ao servidor de 
execução do dispositivo remoto junto com os tensores de entrada do submódulo. O servidor então 
executa esse módulo com as entradas fornecidas e retorna a resposta para o dispositivo atual.

Como o dispositivo atual fica ocioso durante a execução do submódulo remoto, a execução local 
do microlote atual é pausada e o tempo de execução da biblioteca muda a execução para outro 
microlote no qual o dispositivo atual possa trabalhar ativamente. A priorização dos microlotes é 
determinada pelo cronograma de pipeline escolhido. Para um cronograma de pipeline intercalado, os 
microlotes que estão no estágio anterior da computação são priorizados sempre que possível.

Paralelismo tensorial

O paralelismo de tensores é um tipo de paralelismo de modelo no qual pesos, gradientes e 
estados do otimizador específicos do modelo são divididos entre dispositivos. Em contraste com o 
paralelismo de tubulação, que mantém os pesos individuais intactos, mas divide o conjunto de pesos, 
o paralelismo tensorial divide os pesos individuais. Isso normalmente envolve computação distribuída 
de operações, módulos ou camadas específicas do modelo.

O paralelismo do tensor é necessário nos casos em que um único parâmetro consome a maior 
parte da memória da GPU (como grandes tabelas de incorporação com um grande tamanho de 
vocabulário ou uma grande camada softmax com um grande número de classes). Nesse caso, tratar 
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esse grande tensor ou operação como uma unidade atômica é ineficiente e impede o equilíbrio da 
carga de memória.

O paralelismo tensorial também é útil para modelos extremamente grandes nos quais uma tubulação 
pura simplesmente não é suficiente. Por exemplo, com modelos em escala GPT-3 que exigem 
particionamento em dezenas de instâncias, uma tubulação de microlote pura é ineficiente porque a 
profundidade da tubulação se torna muito alta e a sobrecarga se torna proibitivamente grande.

Note

O paralelismo de tensores está disponível PyTorch na biblioteca de paralelismo de 
SageMaker modelos v1.6.0 e versões posteriores.

Tópicos

• Como funciona o paralelismo de tensores

• Execute um trabalho de treinamento paralelo de modelo SageMaker distribuído com paralelismo 
de tensores

• Suporte para modelos Hugging Face Transformer

• Mecanismo de classificação ao usar uma combinação de paralelismo de pipeline e paralelismo de 
tensores

Como funciona o paralelismo de tensores

O paralelismo de tensores ocorre no nível de nn.Modules; ele particiona módulos específicos 
no modelo em classificações paralelas de tensores. Isso é um acréscimo à partição existente do
conjunto de módulos usados no paralelismo de tubulações.

Quando um módulo é particionado por meio de paralelismo de tensores, sua propagação para frente 
e para trás é distribuída. A biblioteca gerencia a comunicação necessária entre dispositivos para 
implementar a execução distribuída desses módulos. Os módulos são particionados em várias 
classificações paralelas de dados. Ao contrário da distribuição tradicional de cargas de trabalho, 
cada classificação paralela de dados não tem a réplica completa do modelo quando o paralelismo 
tensorial da biblioteca é usado. Em vez disso, cada classificação paralela de dados pode ter somente 
uma partição dos módulos distribuídos, além da totalidade dos módulos que não estão distribuídos.

Exemplo: considere o paralelismo de tensores em classificações paralelas de dados, em que o grau 
de paralelismo de dados é 4 e o grau de paralelismo de tensores é 2. Suponha que você tenha um 
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grupo paralelo de dados que contém a seguinte árvore de módulos, depois de particionar o conjunto 
de módulos.

A
### B
|   ### E
|   ### F
### C
### D 
    ### G 
    ### H

Suponha que o paralelismo tensorial seja suportado para os módulos B, G e H. Um resultado 
possível da partição paralela de tensores desse modelo poderia ser:

dp_rank 0 (tensor parallel rank 0): A, B:0, C, D, G:0, H
dp_rank 1 (tensor parallel rank 1): A, B:1, C, D, G:1, H
dp_rank 2 (tensor parallel rank 0): A, B:0, C, D, G:0, H
dp_rank 3 (tensor parallel rank 1): A, B:1, C, D, G:1, H

Cada linha representa o conjunto de módulos armazenados na dp_rank, e a notação X:y
representa a y-ésima fração do módulo X. Observe o seguinte:

1. O particionamento ocorre em subconjuntos de classificações paralelas de dados, que chamamos
TP_GROUP, não de todo DP_GROUP, para que a partição exata do modelo seja replicada em
dp_rank 0 e dp_rank 2 e, da mesma forma, em dp_rank 1 e dp_rank 3.

2. Os módulos E e não F fazem mais parte do modelo, pois seu módulo pai B é particionado e 
qualquer execução que normalmente faz parte E e F ocorre dentro do módulo B (particionado).

3. Embora H seja suportado para paralelismo de tensores, neste exemplo ele não é particionado, 
o que destaca que a partição de um módulo depende da entrada do usuário. O fato de um 
módulo ser suportado para paralelismo de tensores não significa necessariamente que ele seja 
particionado.

Como a biblioteca adapta o paralelismo do tensor ao módulo PyTorch nn.Linear

Quando o paralelismo do tensor é executado em classificações paralelas de dados, um subconjunto 
dos parâmetros, gradientes e estados do otimizador é particionado nos dispositivos paralelos do 
tensor para os módulos que são particionados. Para o resto dos módulos, os dispositivos tensores 
paralelos operam de forma paralela de dados regular. Para executar o módulo particionado, um 
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dispositivo primeiro coleta as partes necessárias de todas as amostras de dados em dispositivos 
pares no mesmo grupo de paralelismo de tensores. O dispositivo então executa a fração local do 
módulo em todas essas amostras de dados, seguida por outra rodada de sincronização que combina 
as partes da saída para cada amostra de dados e retorna as amostras de dados combinadas às 
GPUs das quais a amostra de dados se originou pela primeira vez. A figura a seguir mostra um 
exemplo desse processo em um módulo particionado nn.Linear.

A primeira figura mostra um modelo pequeno com um módulo nn.Linear grande com paralelismo 
de dados nas duas classificações de paralelismo de tensores. O módulo nn.Linear é replicado em 
duas fileiras paralelas.

A segunda figura mostra o paralelismo de tensores aplicado em um modelo maior durante a divisão 
do módulo nn.Linear. Cada tp_rank contém metade do módulo linear e a totalidade do resto 
das operações. Enquanto o módulo linear é executado, cada tp_rank coleta a metade relevante de 
todas as amostras de dados e a passa pela metade do módulo nn.Linear. O resultado precisa ser 
disperso por redução (com a soma como operação de redução) para que cada classificação tenha a 
saída linear final para suas próprias amostras de dados. O resto do modelo é executado da maneira 
paralela de dados típica.
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Execute um trabalho de treinamento paralelo de modelo SageMaker distribuído com paralelismo de 
tensores

Nesta seção, você aprende:

• Como configurar um SageMaker PyTorch estimador e a opção de paralelismo do SageMaker 
modelo para usar o paralelismo tensorial.

• Como adaptar seu script de treinamento usando os módulos estendidos
smdistributed.modelparallel para paralelismo de tensores.

Para saber mais sobre os smdistributed.modelparallel módulos, consulte o SageMaker 
modelo de APIs paralelas na documentação do SageMaker Python SDK.

Tópicos

• Apenas paralelismo de tensores

• Paralelismo de tensores combinado com paralelismo de pipeline

Apenas paralelismo de tensores

A seguir está um exemplo de uma opção de treinamento distribuído para ativar o paralelismo 
de tensores sozinho, sem paralelismo de pipeline. Configure os smp_options dicionários
mpi_options e para especificar opções de treinamento distribuídas para o SageMaker PyTorch
estimador.

Note

Recursos estendidos de economia de memória estão disponíveis por meio do Deep Learning 
Containers for PyTorch, que implementa a biblioteca de paralelismo de SageMaker modelos 
v1.6.0 ou posterior.

Configurar um SageMaker PyTorch estimador

mpi_options = { 
    "enabled" : True, 
    "processes_per_host" : 8,               # 8 processes 
    "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
} 
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smp_options = { 
    "enabled":True, 
    "parameters": { 
        "pipeline_parallel_degree": 1,    # alias for "partitions" 
        "placement_strategy": "cluster", 
         "tensor_parallel_degree": 4,      # tp over 4 devices 
        "ddp": True 
    }
} 
               
smp_estimator = PyTorch( 
    entry_point='your_training_script.py', # Specify 
    role=role, 
    instance_type='ml.p3.16xlarge', 
    sagemaker_session=sagemaker_session, 
    framework_version='1.13.1', 
    py_version='py36', 
    instance_count=1, 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="SMD-MP-demo",
)

smp_estimator.fit('s3://my_bucket/my_training_data/')

Tip

Para encontrar uma lista completa de parâmetros paradistribution, consulte Parâmetros 
de configuração para paralelismo de modelos na documentação do SDK do Python 
SageMaker.

Adapte seu roteiro PyTorch de treinamento

O exemplo de script de treinamento a seguir mostra como adaptar a biblioteca de paralelismo de 
SageMaker modelos a um script de treinamento. Neste exemplo, presume-se que o script tenha um 
nome your_training_script.py.

import torch
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import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.conv1 = nn.Conv2d(1, 32, 3, 1) 
        self.conv2 = nn.Conv2d(32, 64, 3, 1) 
        self.fc1 = nn.Linear(9216, 128) 
        self.fc2 = nn.Linear(128, 10) 

    def forward(self, x): 
        x = self.conv1(x) 
        x = F.relu(x) 
        x = self.conv2(x) 
        x = F.relu(x) 
        x = F.max_pool2d(x, 2) 
        x = torch.flatten(x, 1) 
        x = self.fc1(x) 
        x = F.relu(x) 
        x = self.fc2(x) 
        return F.log_softmax(x, 1)

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by 
        # the current process, based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
        output = model(data) 
        loss = F.nll_loss(output, target, reduction="mean") 
        loss.backward() 
        optimizer.step()

# smdistributed: Initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
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# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
if smp.local_rank() == 0: 
    dataset = datasets.MNIST("../data", train=True, download=False)
smp.barrier()

# smdistributed: Shard the dataset based on data parallel ranks
if smp.dp_size() > 1: 
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())} 
    dataset = SplitDataset(dataset, partitions=partitions_dict) 
    dataset.select(f"{smp.dp_rank()}")

train_loader = torch.utils.data.DataLoader(dataset, batch_size=64)

# smdistributed: Enable tensor parallelism for all supported modules in the model
# i.e., nn.Linear in this case. Alternatively, we can use
# smp.set_tensor_parallelism(model.fc1, True)
# to enable it only for model.fc1
with smp.tensor_parallelism():
    model = Net()

# smdistributed: Use the DistributedModel wrapper to distribute the
# modules for which tensor parallelism is enabled
model = smp.DistributedModel(model)

optimizer = optim.AdaDelta(model.parameters(), lr=4.0)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Paralelismo de tensores combinado com paralelismo de pipeline

Veja a seguir um exemplo de uma opção de treinamento distribuído que permite o paralelismo 
de tensores combinado com o paralelismo de pipeline. Configure os smp_options parâmetros
mpi_options e para especificar as opções paralelas do modelo com paralelismo de tensor ao 
configurar um estimador. SageMaker PyTorch
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Note

Recursos estendidos de economia de memória estão disponíveis por meio do Deep Learning 
Containers for PyTorch, que implementa a biblioteca de paralelismo de SageMaker modelos 
v1.6.0 ou posterior.

Configurar um SageMaker PyTorch estimador

mpi_options = { 
    "enabled" : True, 
    "processes_per_host" : 8,               # 8 processes 
    "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
} 
                
smp_options = { 
    "enabled":True, 
    "parameters": { 
    "microbatches": 4, 
         "pipeline_parallel_degree": 2,    # alias for "partitions" 
        "placement_strategy": "cluster", 
         "tensor_parallel_degree": 2,      # tp over 2 devices 
        "ddp": True 
    }
} 
               
smp_estimator = PyTorch( 
    entry_point='your_training_script.py', # Specify 
    role=role, 
    instance_type='ml.p3.16xlarge', 
    sagemaker_session=sagemaker_session, 
    framework_version='1.13.1', 
    py_version='py36', 
    instance_count=1, 
    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    }, 
    base_job_name="SMD-MP-demo",
)

smp_estimator.fit('s3://my_bucket/my_training_data/')   
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Adapte seu roteiro PyTorch de treinamento

O exemplo de script de treinamento a seguir mostra como adaptar a biblioteca de paralelismo de 
SageMaker modelos a um script de treinamento. Observe que o script de treinamento agora inclui o 
decorador smp.step:

import torch
import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.conv1 = nn.Conv2d(1, 32, 3, 1) 
        self.conv2 = nn.Conv2d(32, 64, 3, 1) 
        self.fc1 = nn.Linear(9216, 128) 
        self.fc2 = nn.Linear(128, 10) 

    def forward(self, x): 
        x = self.conv1(x) 
        x = F.relu(x) 
        x = self.conv2(x) 
        x = F.relu(x) 
        x = F.max_pool2d(x, 2) 
        x = torch.flatten(x, 1) 
        x = self.fc1(x) 
        x = F.relu(x) 
        x = self.fc2(x) 
        return F.log_softmax(x, 1)

# smdistributed: Define smp.step. Return any tensors needed outside.
@smp.step
def train_step(model, data, target): 
    output = model(data) 
    loss = F.nll_loss(output, target, reduction="mean") 
    model.backward(loss) 
    return output, loss
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def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by 
        # the current process, based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
        # Return value, loss_mb is a StepOutput object 
        _, loss_mb = train_step(model, data, target) 

        # smdistributed: Average the loss across microbatches. 
        loss = loss_mb.reduce_mean() 

        optimizer.step()

# smdistributed: Initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
if smp.local_rank() == 0: 
    dataset = datasets.MNIST("../data", train=True, download=False)
smp.barrier()

# smdistributed: Shard the dataset based on data parallel ranks
if smp.dp_size() > 1: 
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())} 
    dataset = SplitDataset(dataset, partitions=partitions_dict) 
    dataset.select(f"{smp.dp_rank()}")

# smdistributed: Set drop_last=True to ensure that batch size is always divisible
# by the number of microbatches
train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

model = Net()

# smdistributed: enable tensor parallelism only for model.fc1
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smp.set_tensor_parallelism(model.fc1, True)

# smdistributed: Use the DistributedModel container to provide the model
# to be partitioned across different ranks. For the rest of the script,
# the returned DistributedModel object should be used in place of
# the model provided for DistributedModel class instantiation.
model = smp.DistributedModel(model)

optimizer = optim.AdaDelta(model.parameters(), lr=4.0)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Suporte para modelos Hugging Face Transformer

O paralelismo tensorial da biblioteca de paralelismo de SageMaker modelos oferece suporte para os 
seguintes modelos do Hugging Face out-of-the-box Transformer:

• GPT-2, BERT e RobERTA (disponíveis na biblioteca de paralelismo de SageMaker modelos v1.7.0 
e versões posteriores)

• GPT-J (disponível na biblioteca de paralelismo de SageMaker modelos v1.8.0 e posterior)

• GPT-Neo (disponível na biblioteca de paralelismo de SageMaker modelos v1.10.0 e posterior)

Note

Para qualquer outro modelo de Transformers, você precisa usar a API
smdistributed.modelparallel.torch.tp_register_with_module() para aplicar o paralelismo de 
tensores.

Note

Para usar o paralelismo de tensores para treinar modelos do Hugging Face Transformer, 
certifique-se de usar os Hugging Face Deep Learning Containers, pois eles têm a biblioteca 
de paralelismo de modelos v1.7.0 e versões posteriores. PyTorch SageMaker Para obter 
mais informações, consulte as notas de lançamento da biblioteca de paralelismo de 
SageMaker modelos.
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Modelos compatíveis prontos para uso

Para os modelos de transformadores Hugging Face compatíveis com a biblioteca pronta para uso, 
você não precisa implementar manualmente ganchos para traduzir as APIs do Transformer em 
camadas do transformador smdistributed. Você pode ativar o paralelismo do tensor usando 
o gerenciador de contexto smdistributed.modelparallel.torch.tensor_parallelism () e agrupando 
o modelo com smdistributed.modelparallel.torch. DistributedModel(). Você não precisa registrar 
manualmente os ganchos para paralelismo de tensores usando a API smp.tp_register.

A tradução state_dict funciona entre Hugging Face Transformers e
smdistributed.modelparallel pode ser acessada da seguinte forma.

• smdistributed.modelparallel.torch.nn.huggingface.gpt2.translate_state_dict_to_hf_gpt2(state_dict, 
max_seq_len=None)

• smdistributed.modelparallel.torch.nn.huggingface.gpt2.translate_hf_state_dict_to_smdistributed_gpt2(state_dict)

• smdistributed.modelparallel.torch.nn.huggingface.bert.translate_state_dict_to_hf_bert(state_dict, 
max_seq_len=None)

• smdistributed.modelparallel.torch.nn.huggingface.bert.translate_hf_state_dict_to_smdistributed_bert(state_dict)

• smdistributed.modelparallel.torch.nn.huggingface.roberta.translate_state_dict_to_hf_roberta(state_dict, 
max_seq_len=None)

• smdistributed.modelparallel.torch.nn.huggingface.roberta.translate_hf_state_dict_to_smdistributed_roberta(state_dict)

• smdistributed.modelparallel.torch.nn.huggingface.gptj.translate_state_dict_to_hf_gptj(state_dict, 
max_seq_len=None)(Disponível na biblioteca de paralelismo de SageMaker modelos v1.8.0 e 
posterior)

• smdistributed.modelparallel.torch.nn.huggingface.gptj.translate_hf_gptj_state_dict_to_smdistributed_gptj(Disponível 
na biblioteca de paralelismo de SageMaker modelos v1.8.0 e posterior)

• smdistributed.modelparallel.torch.nn.huggingface.gptneo.translate_state_dict_to_hf_gptneo(state_dict, 
max_seq_len=None)(Disponível na biblioteca de paralelismo de SageMaker modelos v1.10.0 e 
posterior)

• smdistributed.modelparallel.torch.nn.huggingface.gptneo.translate_hf_state_dict_to_smdistributed_gptneo(state_dict)(Disponível 
na biblioteca de paralelismo de SageMaker modelos v1.10.0 e posterior)

Exemplo de uso da função de tradução GPT-2

Comece com o encapsulamento do modelo conforme mostrado no código a seguir.
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from transformers import AutoModelForCausalLM

with smp.tensor_parallelism(): 
    model = AutoModelForCausalLM.from_config(hf_gpt2_config)

model = smp.DistributedModel(model)

Com base state_dict no objeto DistributedModel, você pode carregar os pesos no modelo 
Hugging Face GPT-2 original usando a função translate_state_dict_to_hf_gpt2 mostrada 
no código a seguir.

from smdistributed.modelparallel.torch.nn.huggingface.gpt2 \ 
                                      import translate_state_dict_to_hf_gpt2
max_seq_len = 1024

# [... code block for training ...]

if smp.rdp_rank() == 0: 
    state_dict = dist_model.state_dict() 
    hf_state_dict = translate_state_dict_to_hf_gpt2(state_dict, max_seq_len) 

    # can now call model.load_state_dict(hf_state_dict) to the original HF model

Exemplo de uso da função de tradução RoBERTa

Da mesma forma, dado um HuggingFace modelo compatívelstate_dict, você pode usar a
translate_hf_state_dict_to_smdistributed função para convertê-la em um formato 
legível porsmp.DistributedModel. Isso pode ser útil em casos de uso de aprendizagem por 
transferência, em que um modelo pré-treinado é carregado em um smp.DistributedModel para 
ajuste fino paralelo ao modelo:

from smdistributed.modelparallel.torch.nn.huggingface.roberta \ 
                                      import translate_state_dict_to_smdistributed

model = AutoModelForMaskedLM.from_config(roberta_config)
model = smp.DistributedModel(model)

pretrained_model = AutoModelForMaskedLM.from_pretrained("roberta-large")
translated_state_dict = 
        translate_state_dict_to_smdistributed(pretrained_model.state_dict())
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# load the translated pretrained weights into the smp.DistributedModel
model.load_state_dict(translated_state_dict)

# start fine-tuning...

Mecanismo de classificação ao usar uma combinação de paralelismo de pipeline e paralelismo de 
tensores

Esta seção explica como o mecanismo de classificação do paralelismo do modelo funciona com o 
paralelismo tensorial. Isso foi estendido do Ranking Basics for Principais características da biblioteca 
de SageMaker paralelismo de modelos. Com o paralelismo de tensores, a biblioteca introduz 
três tipos de APIs de classificação e grupo de processos: smp.tp_rank() para classificação 
paralela do tensor, smp.pp_rank() para classificação paralela de pipeline e smp.rdp_rank()
para classificação paralela de dados reduzidos. Os grupos de processos de comunicação 
correspondentes são tensor parallel group (TP_GROUP), pipeline parallel group (PP_GROUP) e 
reduced-data parallel group (RDP_GROUP). Esses grupos são definidos da seguinte maneira:

• Um grupo paralelo de tensores (TP_GROUP) é um subconjunto uniformemente divisível do grupo 
paralelo de dados, sobre o qual ocorre a distribuição paralela de módulos por tensores. Quando o 
grau de paralelismo do pipeline é 1, TP_GROUP é o mesmo que model parallel group (MP_GROUP).

• Um grupo paralelo de pipeline (PP_GROUP) é o grupo de processos nos quais o paralelismo 
de pipeline ocorre. Quando o grau de paralelismo do tensor é 1, PP_GROUP é o mesmo que
MP_GROUP.

• Um grupo paralelo de dados reduzidos (RDP_GROUP) é um conjunto de processos que mantêm 
as mesmas partições de paralelismo de pipeline e as mesmas partições paralelas de tensor e 
realizam paralelismo de dados entre si. Isso é chamado de grupo paralelo de dados reduzido 
porque é um subconjunto de todo o grupo de paralelismo de dados, DP_GROUP. Para os 
parâmetros do modelo que são distribuídos dentro do TP_GROUP, a operação de gradiente
allreduce é executada somente para grupos paralelos de dados reduzidos, enquanto para os 
parâmetros que não são distribuídos, o gradiente allreduce ocorre em todo o grupo DP_GROUP.

• Um grupo paralelo de modelo (MP_GROUP) se refere a um grupo de processos que armazenam 
coletivamente o modelo inteiro. Consiste na união dos PP_GROUPs de todas as classificações que 
estão no processo atual TP_GROUP. Quando o grau de paralelismo do tensor é 1, MP_GROUP é 
equivalente a PP_GROUP. Também é consistente com a definição existente MP_GROUP de versões 
anteriores de smdistributed. Observe que a corrente TP_GROUP é um subconjunto da corrente
DP_GROUP e da atual MP_GROUP.
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Para saber mais sobre as APIs do processo de comunicação na biblioteca de paralelismo de 
SageMaker modelos, consulte a API comum e as PyTorchAPIs específicas na documentação do 
SDK do Python. SageMaker

This figure shows ranking mechanism, parameter distribution, and associated AllReduce operations 
of tensor parallelism.

Por exemplo, considere grupos de processos para um único nó com 8 GPUs, em que o grau de 
paralelismo do tensor é 2, o grau de paralelismo do pipeline é 2 e o grau de paralelismo dos dados 
é 4. A parte central superior da figura anterior mostra um exemplo de modelo com 4 camadas. As 
partes inferior esquerda e inferior direita da figura ilustram o modelo de 4 camadas distribuído em 
4 GPUs usando paralelismo de pipeline e paralelismo de tensor, onde o paralelismo de tensor é 
usado para as duas camadas intermediárias. Essas duas figuras inferiores são cópias simples para 
ilustrar diferentes linhas de limite de grupos. O modelo particionado é replicado para paralelismo de 
dados nas GPUs 0-3 e 4-7. A figura inferior esquerda mostra as definições de MP_GROUP, PP_GROUP
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e TP_GROUP. A figura inferior direita mostra RDP_GROUP, DP_GROUP, e WORLD sobre o mesmo 
conjunto de GPUs. Os gradientes das camadas e das fatias da camada que têm a mesma cor 
são allreduce unidos para paralelismo de dados. Por exemplo, a primeira camada (azul claro) 
transmite as operações allreduce em DP_GROUP, enquanto a fatia laranja escura na segunda 
camada só obtém as operações allreduce dentro do processo RDP_GROUP. As setas vermelhas 
escuras em negrito representam tensores com o lote inteiro TP_GROUP.

GPU0: pp_rank 0, tp_rank 0, rdp_rank 0, dp_rank 0, mp_rank 0
GPU1: pp_rank 1, tp_rank 0, rdp_rank 0, dp_rank 0, mp_rank 1
GPU2: pp_rank 0, tp_rank 1, rdp_rank 0, dp_rank 1, mp_rank 2
GPU3: pp_rank 1, tp_rank 1, rdp_rank 0, dp_rank 1, mp_rank 3
GPU4: pp_rank 0, tp_rank 0, rdp_rank 1, dp_rank 2, mp_rank 0
GPU5: pp_rank 1, tp_rank 0, rdp_rank 1, dp_rank 2, mp_rank 1
GPU6: pp_rank 0, tp_rank 1, rdp_rank 1, dp_rank 3, mp_rank 2
GPU7: pp_rank 1, tp_rank 1, rdp_rank 1, dp_rank 3, mp_rank 3

Neste exemplo, o paralelismo do pipeline ocorre entre os pares de GPU (0,1), (2,3), (4,5) e 
(6,7). Além disso, o paralelismo de dados (allreduce) ocorre nas GPUs 0, 2, 4, 6 e de forma 
independente nas GPUs 1, 3, 5, 7. O paralelismo do tensor ocorre em subconjuntos de DP_GROUPs, 
nos pares de GPU (0,2); (1,3); (4,6) e (5,7).

Fragmentação de estado do otimizador

A fragmentação de estado do otimizador é uma técnica útil de economia de memória que fragmenta 
o estado do otimizador (o conjunto de pesos que descreve o estado do otimizador) em grupos de 
dispositivos paralelos de dados. Você pode usar a fragmentação de estado do otimizador sempre 
que usar um otimizador com estado (como Adam) ou um otimizador FP16 (que armazena cópias dos 
parâmetros em FP16 e FP32).

Note

A fragmentação de estado do otimizador está disponível PyTorch na biblioteca de 
paralelismo de SageMaker modelos v1.6.0 e versões posteriores.

Como usar a fragmentação de estado do otimizador

Você pode ativar a fragmentação de estado do otimizador definindo "shard_optimizer_state": 
True na configuração modelparallel.
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Quando esse recurso é ativado, a biblioteca particiona o conjunto de parâmetros do modelo com 
base no grau de paralelismo de dados. Os gradientes correspondentes à i-ésima partição são 
reduzidos somente na i-enésima classificação paralela de dados. No final da primeira chamada para 
uma função decoradora smp.step, o otimizador encapsulado por smp.DistributedOptimizer
redefine seus parâmetros para serem limitados apenas aos parâmetros correspondentes à partição 
da classificação paralela de dados atual. Os parâmetros redefinidos são chamados de parâmetros 
virtuais e compartilham o armazenamento subjacente com os parâmetros originais. Durante a 
primeira chamada para optimizer.step, os estados do otimizador são criados com base nesses 
parâmetros redefinidos, que são fragmentados por causa da partição original. Após a atualização 
do otimizador, a AllGather operação (como parte da optimizer.step chamada) é executada nas 
classificações paralelas de dados para obter estados de parâmetros consistentes.

Tip

A fragmentação de estado do otimizador pode ser útil quando o grau de paralelismo de 
dados é maior que 1 e o modelo tem mais de um bilhão de parâmetros.
O grau de paralelismo de dados é calculado por (processes_per_host * 
instance_count / pipeline_parallel_degree), e a função smp.dp_size() lida 
com o dimensionamento em segundo plano.

Configurar um SageMaker PyTorch estimador

mpi_options = { 
    "enabled" : True, 
    "processes_per_host" : 8,               # 8 processes 
    "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
}

smp_options = { 
    "enabled":True, 
    "parameters": { 
        "microbatches": 4, 
        "pipeline_parallel_degree": 2,    # alias for "partitions" 
        "placement_strategy": "cluster", 
        "tensor_parallel_degree": 2,      # tp over 2 devices 
        "ddp": True, 
         "shard_optimizer_state": True
    }
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}

Adapte seu roteiro PyTorch de treinamento

Consulte Adaptar seu script PyTorch de treinamento na seção Paralelismo do tensor combinado com 
paralelismo do pipeline. Não há nenhuma modificação adicional necessária para o script.

Verificação de ativação

O ponto de verificação de ativação (ou ponto de verificação de gradiente) é uma técnica para reduzir 
o uso de memória limpando as ativações de determinadas camadas e recomputando-as durante 
uma passagem para trás. Efetivamente, isso troca o tempo extra de computação pelo uso reduzido 
da memória. Se um módulo for verificado, no final de uma passagem direta, as entradas e saídas 
do módulo permanecerão na memória. Quaisquer tensores intermediários que teriam feito parte 
da computação dentro desse módulo são liberados durante a passagem para frente. Durante a 
passagem para trás dos módulos com pontos de verificação, esses tensores são recalculados. 
Nesse ponto, as camadas além desse módulo de ponto de verificação concluíram sua passagem 
para trás, portanto, o pico de uso da memória com o ponto de verificação pode ser menor.

Note

Esse recurso está disponível PyTorch na biblioteca de paralelismo de SageMaker modelos 
v1.6.0 e versões posteriores.

Como usar o ponto de verificação de ativação

Com smdistributed.modelparallel, você pode usar o ponto de verificação de ativação na 
granularidade de um módulo. Para todos os módulos torch.nn, exceto torch.nn.Sequential, 
você só pode verificar uma árvore de módulos se ela estiver dentro de uma partição do ponto de 
vista do paralelismo do pipeline. No caso do módulo torch.nn.Sequential, cada árvore de 
módulos dentro do módulo sequencial deve estar completamente dentro de uma partição para que o 
ponto de verificação de ativação funcione. Ao usar o particionamento manual, esteja ciente dessas 
restrições.

Ao usar o particionamento automatizado de modelos, você pode encontrar os registros de atribuição 
de particionamento começando com os registros Partition assignments: do trabalho de 
treinamento. Se um módulo for particionado em várias classificações (por exemplo, com um 
descendente em uma classificação e outro descendente em uma classificação diferente), a biblioteca 
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ignora a tentativa de verificar o módulo e gera uma mensagem de aviso de que o módulo não será 
verificado.

Note

A biblioteca de paralelismo de SageMaker modelos suporta operações sobrepostas e não
allreduce sobrepostas em combinação com pontos de verificação.

Note

PyTorchA API de ponto de verificação nativa do não é compatível 
comsmdistributed.modelparallel.

Exemplo 1: O código de amostra a seguir mostra como usar o ponto de verificação de ativação 
quando você tem uma definição de modelo em seu script.

import torch.nn as nn
import torch.nn.functional as F

from smdistributed.modelparallel.torch.patches.checkpoint import checkpoint

class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.conv1 = nn.Conv2d(1, 32, 3, 1) 
        self.conv2 = nn.Conv2d(32, 64, 3, 1) 
        self.fc1 = nn.Linear(9216, 128) 
        self.fc2 = nn.Linear(128, 10) 

    def forward(self, x): 
        x = self.conv1(x) 
        x = self.conv2(x) 
        x = F.max_pool2d(x, 2) 
        x = torch.flatten(x, 1) 
        # This call of fc1 will be checkpointed 
        x = checkpoint(self.fc1, x) 
        x = self.fc2(x) 
        return F.log_softmax(x, 1)
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Exemplo 2: O código de amostra a seguir mostra como usar o ponto de verificação de ativação 
quando você tem um modelo sequencial em seu script.

import torch.nn as nn
from smdistributed.modelparallel.torch.patches.checkpoint import checkpoint_sequential

class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.seq = nn.Sequential( 
            nn.Conv2d(1,20,5), 
            nn.ReLU(), 
            nn.Conv2d(20,64,5), 
            nn.ReLU() 
        ) 

    def forward(self, x): 
        # This call of self.seq will be checkpointed 
        x = checkpoint_sequential(self.seq, x) 
        return F.log_softmax(x, 1)

Exemplo 3: O código de exemplo a seguir mostra como usar o ponto de verificação de ativação ao 
importar um modelo pré-construído de uma biblioteca, como Hugging Face PyTorch Transformers. 
Independentemente de você verificar os módulos sequenciais ou não, faça o seguinte:

1. Embrulhe o modelo em smp.DistributedModel().

2. Defina um objeto para camadas sequenciais.

3. Enrole o objeto da camada sequencial por smp.set_activation_checkpointig().

import smdistributed.modelparallel.torch as smp
from transformers import AutoModelForCausalLM

smp.init()
model = AutoModelForCausalLM(*args, **kwargs)
model = smp.DistributedModel(model)

# Call set_activation_checkpointing API
transformer_layers = model.module.module.module.transformer.seq_layers
smp.set_activation_checkpointing( 
    transformer_layers, pack_args_as_tuple=True, strategy='each')
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Ativação e descarregamento

Quando o ponto de verificação de ativação e o paralelismo do pipeline estão ativados e o número 
de microlotes é maior que um, o descarregamento de ativação é um recurso adicional que pode 
reduzir ainda mais o uso de memória. O descarregamento de ativação move de forma assíncrona 
as ativações com pontos de verificação correspondentes aos microlotes que não estão sendo 
executados atualmente na CPU. Logo antes de a GPU precisar das ativações para o retrocesso do 
microlote, essa funcionalidade recupera previamente as ativações descarregadas da CPU.

Note

Esse recurso está disponível PyTorch na biblioteca de paralelismo de SageMaker modelos 
v1.6.0 e versões posteriores.

Como usar o descarregamento de ativação

Use o descarregamento de ativação para reduzir o uso de memória quando o número de microlotes 
for maior que 1 e o ponto de verificação de ativação estiver ativado (consulte Verificação de 
ativação). Quando o ponto de verificação de ativação não é usado, o descarregamento de ativação 
não tem efeito. Quando usado com apenas um microlote, ele não economiza memória.

Para usar o descarregamento de ativação, defina "offload_activations": True para a 
configuração modelparallel.

O descarregamento de ativação move as ativações pontuais nos módulos nn.Sequential para 
a CPU de forma assíncrona. A transferência de dados pelo link PCIe se sobrepõe à computação 
da GPU. O descarregamento acontece imediatamente, assim que a passagem para frente de uma 
determinada camada de ponto de verificação é calculada. As ativações são carregadas de volta na 
GPU pouco antes de serem necessárias para a reversão de um microlote específico. A transferência 
CPU-GPU também se sobrepõe à computação.

Para ajustar a antecedência com que as ativações são carregadas de volta na GPU, você pode 
usar o parâmetro de configuração "activation_loading_horizon" (o padrão é definido como 
4, deve ser int maior que 0). Um horizonte de carregamento de ativação maior faria com que as 
ativações fossem carregadas de volta na GPU mais cedo. Se o horizonte for muito grande, o impacto 
do descarregamento de ativação na economia de memória pode ser diminuído. Se o horizonte 
for muito pequeno, as ativações podem não ser carregadas a tempo, reduzindo a quantidade de 
sobreposição e degradando o performance.
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Tip

O descarregamento de ativação pode ser útil para modelos grandes com mais de cem 
bilhões de parâmetros.

Configurar um SageMaker PyTorch estimador

mpi_options = { 
    "enabled" : True, 
    "processes_per_host" : 8,               # 8 processes 
    "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none "
}

smp_options = { 
    "enabled":True, 
    "parameters": { 
        "microbatches": 4, 
        "pipeline_parallel_degree": 2,    # alias for "partitions" 
        "placement_strategy": "cluster", 
        "tensor_parallel_degree": 2,      # tp over 2 devices 
        "ddp": True, 
         "offload_activations": True, 
         "activation_loading_horizon": 4   # optional. default is 4. 
    }
}

Treinamento FP16 com paralelismo de modelos

Para o treinamento do FP16, aplique as seguintes modificações em seu script de treinamento e 
estimador.

Note

Esse recurso está disponível PyTorch na biblioteca de paralelismo de SageMaker modelos 
v1.10.0 e versões posteriores.

Adapte seu roteiro PyTorch de treinamento
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1. Envolva seu modelo usando o gerenciador de contexto
smdistributed.modelparallel.torch.model_creation().

# fp16_training_script.py

import torch
import smdistributed.modelparallel.torch as smp

with smp.model_creation( 
    dtype=torch.float16 if args.fp16 else torch.get_default_dtype()
): 
    model = ...

Tip

Se você estiver usando paralelismo de tensores, adicione
tensor_parallelism=smp.tp_size() > 1 ao gerenciador de contexto
smp.model_creation. Adicionar essa linha também ajuda a detectar automaticamente 
se o paralelismo do tensor está ativado ou não.

with smp.model_creation( 
    ... , 
     tensor_parallelism=smp.tp_size() > 1
): 
    model = ...

2. Ao encapsular o otimizador com
smdistributed.modelparallel.torch.DistributedOptimizer, defina o argumento
static_loss_scaling ou dynamic_loss_scaling. Por padrão, static_loss_scaling
está definido como 1.0 e dynamic_loss_scaling está definido como False. Se você definir
dynamic_loss_scale=True, poderá alimentar as opções dinâmicas de escalabilidade de 
perda como um dicionário por meio do argumento dynamic_loss_args. Na maioria dos casos, 
recomendamos que você use a escala de perda dinâmica com as opções padrão. Para obter 
mais informações, opções e exemplos da função de encapsulamento do otimizador, consulte 
smdistributed.modelparallel.torch. DistributedOptimizerAPI.

O código a seguir é um exemplo de encapsulamento de um objeto otimizador Adadelta com 
escala dinâmica de perda para treinamento de FP16.
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optimizer = torch.optim.Adadelta(...)
optimizer = smp.DistributedOptimizer( 
    optimizer, 
    static_loss_scale=None, 
    dynamic_loss_scale=True, 
    dynamic_loss_args={ 
        "scale_window": 1000, 
        "min_scale": 1, 
        "delayed_shift": 2
    }
)

Configurar um SageMaker PyTorch estimador

Adicione o parâmetro FP16 ("fp16") à configuração de distribuição para paralelismo do modelo ao 
criar um objeto estimador. SageMaker PyTorch Para obter uma lista completa dos parâmetros de 
configuração do paralelismo do modelo, consulte Parâmetros para smdistributed.

from sagemaker.pytorch import PyTorch

smp_options = { 
    "enabled": True, 
    "parameters":  { 
        "microbatches":   4, 
        "pipeline_parallel_degree":   2, 
        "tensor_parallel_degree":   2, 
        ..., 

        "fp16": True
    }
}

fp16_estimator = PyTorch( 
    entry_point="fp16_training_script.py", # Specify your train script 
    ..., 

    distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": {...} 
    }
)
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fp16_estimator.fit(...)

Quando o treinamento do FP16 começa, o modelo e o otimizador são agrupados por FP16_Module
e FP16_Optimizer respectivamente, que são versões smdistributed modificadas dos utilitários 
do Apex. FP16_Module converte o modelo em FP16 dtype e lida com a passagem direta no FP16.

Tip

Você pode aplicar o recorte de gradiente clip_master_grads ligando antes de
optimizer.step.

optimizer.clip_master_grads(max_norm)     # max_norm(float or int): max norm of 
 the gradients

Tip

Ao usar um treinamento torch.optim.lr_scheduler e FP16, você precisa passar
optimizer.optimizer para o agendador LR em vez do otimizador. Veja o exemplo de 
código a seguir.

from torch.optim.lr_scheduler import StepLR

scheduler = StepLR( 
    optimizer.optimizer if smp.state.cfg.fp16 else optimizer, 
    step_size=1, 
    gamma=args.gamma
) 

Compatibilidade com o FlashAttention

Support for FlashAttention é um recurso da biblioteca aplicável apenas ao modelo de transformador 
distribuído, que é um modelo de transformador incluído smp.DistributedModel()para 
treinamento paralelo de modelos. Esse recurso também é compatível com the section called 
“Paralelismo tensorial”.
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A FlashAttentionbiblioteca só oferece suporte a modelos quando attention_head_size é definida 
com um valor múltiplo de 8 e menor que 128. Portanto, ao treinar um transformador distribuído e 
garantir que ele FlashAttention funcione corretamente, você deve ajustar os parâmetros para que 
o tamanho da cabeça de atenção atenda aos requisitos. Para obter mais informações, consulte 
também Instalação e recursos no FlashAttention GitHubrepositório.

Por exemplo, suponha que você configure um modelo Transformador com
hidden_width=864 e num_heads=48. O tamanho da cabeça de FlashAttention é calculado 
comoattention_head_size = hidden_width / num_heads = 864 / 48 = 18. Para 
habilitar FlashAttention, você precisa ajustar o num_heads parâmetro para54, de forma que
attention_head_size = hidden_width / num_heads = 864 / 54 = 16 seja um múltiplo 
de 8.

Execute um trabalho de treinamento SageMaker distribuído com paralelismo de modelos

Saiba como executar um trabalho de treinamento paralelo de modelo com seu próprio script de 
treinamento usando o SDK do SageMaker Python com a biblioteca de paralelismo de modelos. 
SageMaker

Há três cenários de uso para executar um trabalho de SageMaker treinamento.

1. Você pode usar um dos contêineres de aprendizado AWS profundo pré-construídos para 
TensorFlow e. PyTorch Essa opção é recomendada se for a primeira vez que você usa a 
biblioteca paralela de modelos. Para encontrar um tutorial sobre como executar um trabalho de 
treinamento paralelo de SageMaker modelos, consulte os exemplos de cadernos em PyTorch 
treinamento com a biblioteca de paralelismo SageMaker de modelos da Amazon.

2. Você pode estender os contêineres pré-criados para lidar com quaisquer requisitos funcionais 
adicionais para seu algoritmo ou modelo que a imagem pré-criada do SageMaker Docker não 
suporte. Para encontrar um exemplo de como você pode estender um contêiner predefinido, 
consulte Estenda uma imagem de contêiner predefinida.

3. Você pode adaptar seu próprio contêiner Docker para trabalhar SageMaker usando o kit de
ferramentas SageMaker de treinamento. Por exemplo, consulte Adaptando seu próprio contêiner 
de treinamento.

Para ver as opções 2 e 3 na lista anterior, consulte Estenda um contêiner Docker pré-construído 
que contém a biblioteca paralela SageMaker de modelos distribuídos para saber como instalar a 
biblioteca paralela de modelos em um contêiner Docker estendido ou personalizado.
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Em todos os casos, você inicia seu trabalho de treinamento configurando um PyTorch estimador 
SageMaker TensorFlow or para ativar a biblioteca. Para saber mais, consulte os tópicos a seguir.

Tópicos

• Etapa 1: modifique seu próprio script de treinamento usando a biblioteca paralela SageMaker de 
modelos distribuídos

• Etapa 2: Iniciar um Training Job usando o SageMaker Python SDK

Etapa 1: modifique seu próprio script de treinamento usando a biblioteca paralela SageMaker de 
modelos distribuídos

Use esta seção para aprender a personalizar seu script de treinamento para usar os principais 
recursos da biblioteca de paralelismo de SageMaker modelos da Amazon. Para usar as funções e 
os parâmetros de API específicos da biblioteca, recomendamos que você use essa documentação 
junto com as APIs da biblioteca SageMaker paralela modelo na documentação do SDK do 
PythonSageMaker .

Os exemplos de scripts de treinamento fornecidos nessas seções são simplificados e projetados 
para destacar as alterações necessárias que você deve fazer para usar a biblioteca. Para end-to-end 
exemplos de notebooks executáveis que demonstram como usar um script de PyTorch treinamento 
TensorFlow ou com a biblioteca de paralelismo de SageMaker modelos, consulte. Exemplos de 
cadernos de treinamento SageMaker distribuídos da Amazon

Tópicos

• Divida o modelo do seu script de treinamento usando a biblioteca de SageMaker paralelismo de 
modelos

• Modificar um script TensorFlow de treinamento

• Modificar um script PyTorch de treinamento

Divida o modelo do seu script de treinamento usando a biblioteca de SageMaker paralelismo de 
modelos

Há duas maneiras de modificar seu script de treinamento para configurar a divisão do modelo: 
divisão automática ou divisão manual.
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Divisão automatizada de modelos

Ao usar a biblioteca SageMaker de paralelismo de modelos, você pode aproveitar a divisão 
automatizada de modelos, também conhecida como particionamento automatizado de modelos. A 
biblioteca utiliza um algoritmo de particionamento que equilibra a memória, minimiza a comunicação 
entre dispositivos e otimiza o desempenho. Você pode configurar o algoritmo de particionamento 
automático para otimizar a velocidade ou a memória.

Também é possível usar a divisão manual do modelo. Recomendamos a divisão automatizada do 
modelo, a menos que você esteja muito familiarizado com a arquitetura do modelo e tenha uma boa 
ideia de como particionar seu modelo de forma eficiente.

Como funciona

O particionamento automático ocorre durante a primeira etapa de treinamento, quando a função 
decorada com smp.step é chamada pela primeira vez. Nesta chamada, a biblioteca primeiro 
constrói uma versão do modelo na RAM da CPU (para evitar limitações de memória da GPU) e, 
em seguida, analisa o grafo do modelo e toma uma decisão de particionamento. Com base nessa 
decisão, cada partição do modelo é carregada em uma GPU e somente então a primeira etapa é 
executada. Devido a essas etapas de análise e particionamento, a primeira etapa de treinamento 
pode levar mais tempo.

Em qualquer framework, a biblioteca gerencia a comunicação entre dispositivos por meio de seu 
próprio back-end, que é otimizado para infraestrutura AWS.

O design de autopartição se adapta às características do framework, e a biblioteca realiza o 
particionamento no nível de granularidade que é mais natural em cada framework. Por exemplo, em 
TensorFlow, cada operação específica pode ser atribuída a um dispositivo diferente, enquanto em 
PyTorch, a atribuição é feita no nível do módulo, onde cada módulo consiste em várias operações. A 
seção a seguir analisa as especificidades do design em cada framework.

Divisão automatizada de modelos com PyTorch

Durante a primeira etapa de treinamento, a biblioteca de paralelismo de modelo internamente 
executa uma etapa de rastreamento destinada a construir o grafo do modelo e determinar as formas 
dos tensores e parâmetros. Após essa etapa de rastreamento, a biblioteca constrói uma árvore, que 
consiste nos objetos nn.Module aninhados no modelo, bem como nos dados adicionais coletados 
do rastreamento, como a quantidade de objetos armazenados nn.Parameters e o tempo de 
execução de cada nn.Module.
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Em seguida, a biblioteca percorre essa árvore a partir da raiz e executa um algoritmo de 
particionamento que atribui cada nn.Module a um dispositivo, equilibrando a carga computacional 
(medida pelo tempo de execução do módulo) e o uso de memória (medido pelo tamanho total 
armazenado de nn.Parameter e ativações). Se vários nn.Modules compartilham o mesmo
nn.Parameter, então esses módulos são colocados no mesmo dispositivo para evitar manter 
várias versões do mesmo parâmetro. Assim que a decisão de particionamento é tomada, os módulos 
e pesos atribuídos são carregados em seus dispositivos.

Para obter instruções sobre como registrar o smp.step decorador em seu script PyTorch de 
treinamento, consultethe section called “Divisão automatizada com PyTorch”.

Divisão automatizada de modelos com TensorFlow

A biblioteca de paralelismo de modelos analisa os tamanhos das variáveis treináveis e a estrutura 
do gráfico e usa internamente um algoritmo de particionamento gráfico. Este algoritmo determina 
uma atribuição de dispositivo para cada operação, com o objetivo de minimizar a quantidade de 
comunicação necessária entre dispositivos, sujeito a duas restrições:

• Equilibrando o número de variáveis armazenadas em cada dispositivo.

• Equilibrando o número de operações executadas em cada dispositivo

Se você especificar speed para optimize (nos parâmetros de paralelismo do modelo no Python 
SDK), a biblioteca tentará equilibrar o número de operações e objetos tf.Variable em cada 
dispositivo. Caso contrário, ele tenta equilibrar o tamanho total de tf.Variables.

Uma vez tomada a decisão de particionamento, a biblioteca cria uma representação serializada 
do subgráfico que cada dispositivo precisa executar e os importa para cada dispositivo. Durante o 
particionamento, a biblioteca coloca as operações que consomem o mesmo tf.Variable e as 
operações que fazem parte da mesma camada Keras no mesmo dispositivo. Também respeita as 
restrições de colocation impostas por. TensorFlow Isso significa que, por exemplo, se houver duas 
camadas Keras que compartilham um tf.Variable, todas as operações que fazem parte dessas 
camadas são colocadas em um dispositivo único.

Para obter instruções sobre como registrar o smp.step decorador em seu script PyTorch de 
treinamento, consultethe section called “Divisão automatizada com TensorFlow”.
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Comparação da divisão automatizada de modelos entre frameworks

Em TensorFlow, a unidade fundamental de computação é a e TensorFlow representa o modelo 
como um tf.Operation gráfico acíclico direcionado (DAG) de tf.Operation s e, portanto, a 
biblioteca de paralelismo do modelo particiona esse DAG para que cada nó vá para um dispositivo. 
Crucialmente, os objetos tf.Operation são suficientemente ricos em atributos personalizáveis 
e são universais no sentido de que cada modelo tem a garantia de consistir em um gráfico desses 
objetos.

PyTorch por outro lado, não tem uma noção equivalente de operação que seja suficientemente 
rica e universal. A unidade de computação mais próxima PyTorch que tem essas características é 
umann.Module, que está em um nível de granularidade muito maior, e é por isso que a biblioteca 
faz o particionamento nesse nível em. PyTorch

Divisão manual de modelos

Se você quiser especificar manualmente como particionar seu modelo entre dispositivos, use o 
gerenciador de contexto do smp.partition. Para instruções sobre como configurar o gerenciador 
de contexto para particionamento manual, consulte as seguintes páginas.

• the section called “Divisão manual com TensorFlow”

• the section called “Divisão manual com PyTorch”

Para usar essa opção depois de fazer modificações, na Etapa 2, você precisará definir e 
definir uma default_partition na classe de estimador da estrutura do SDK do Python 
SageMaker. auto_partition False Qualquer operação que não seja colocada explicitamente 
em uma partição por meio do gerenciador de contexto do smp.partition é executada no
default_partition. Nesse caso, a lógica de divisão automatizada é ignorada e cada operação é 
colocada com base na sua especificação. Com base na estrutura gráfica resultante, a biblioteca de 
paralelismo de modelos cria automaticamente um cronograma de execução em pipeline.

Modificar um script TensorFlow de treinamento

Nesta seção, você aprende a modificar scripts de TensorFlow treinamento para configurar a 
biblioteca de paralelismo de SageMaker modelos para particionamento automático e particionamento 
manual. Essa seleção de exemplos também inclui um exemplo integrado ao Horovod para modelo 
híbrido e paralelismo de dados.
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Note

Para descobrir quais TensorFlow versões são suportadas pela biblioteca, consultethe section 
called “Frameworks compatíveis e Regiões da AWS”.

As modificações necessárias que você deve fazer em seu script de treinamento para usar a 
biblioteca estão listadas em Divisão automatizada com TensorFlow.

Para saber como modificar seu script de treinamento para usar o modelo híbrido e o paralelismo 
de dados com o Horovod, consulte Divisão automatizada com TensorFlow e Horovod para modelo 
híbrido e paralelismo de dados.

Se você quiser usar o particionamento manual, revise também Divisão manual com TensorFlow.

Tip

Para exemplos de end-to-end cadernos que demonstram como usar um script de 
TensorFlow treinamento com a biblioteca de paralelismo de SageMaker modelos, consulte.
TensorFlowExemplos

Os tópicos a seguir mostram exemplos de scripts de treinamento que você pode usar para configurar 
a biblioteca de paralelismo SageMaker de modelos da para particionamento automático e modelos 
de particionamento manual. TensorFlow

Note

O particionamento automático está habilitado por padrão. A menos que especificado de outra 
forma, os scripts de exemplo usam particionamento automático.

Tópicos

• Divisão automatizada com TensorFlow

• Divisão automatizada com TensorFlow e Horovod para modelo híbrido e paralelismo de dados

• Divisão manual com TensorFlow

• Recursos de framework incompatíveis
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Divisão automatizada com TensorFlow

As seguintes alterações no script de treinamento são necessárias para executar um TensorFlow 
modelo com a biblioteca SageMaker de paralelismo de modelos:

1. Importe e inicialize a biblioteca com o smp.init().

2. Defina um modelo Keras herdando da classe Keras Model smp.DistributedModel em 
vez da classe Keras Model. Retorne as saídas do modelo do método de chamada do objeto
smp.DistributedModel. Esteja ciente de que qualquer tensor retornado do método de 
chamada será transmitido para dispositivos de paralelismo de modelo, acarretando custos de 
comunicação. Portanto, quaisquer tensores que não são necessários fora do método de chamada 
(como ativações intermediárias) não devem ser retornados.

3. Defina drop_remainder=True no método tf.Dataset.batch(). Isso é para garantir que o 
tamanho do lote seja sempre divisível pelo número de microlotes.

4. Semeie as operações aleatórias no data pipeline usando o smp.dp_rank(), por exemplo,
shuffle(ds, seed=smp.dp_rank()) para garantir a consistência das amostras de dados em 
GPUs que contêm diferentes partições de modelo.

5. Coloque a lógica para frente e para trás em uma step function e decore-a com smp.step.

6. Execute o pós-processamento nas saídas em microlotes usando métodos StepOutput como
reduce_mean. A função do smp.step deve ter um valor de retorno que dependa da saída de
smp.DistributedModel.

7. Se houver uma etapa de avaliação, coloque logicamente a frente (forward) dentro de uma função 
decorada com smp.step e processe os resultados usando a API do StepOutput.

Para saber mais sobre a API SageMaker da biblioteca de paralelismo de modelos, consulte a 
documentação da API.

O script Python a seguir é um exemplo de script de treinamento após as alterações serem feitas.

import tensorflow as tf

# smdistributed: Import TF2.x API
import smdistributed.modelparallel.tensorflow as smp

# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
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(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data( 
    "MNIST-data-%d" % smp.rank()
)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]
x_test = x_test[..., tf.newaxis]

# smdistributed: If needed, seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches
train_ds = ( 
    tf.data.Dataset.from_tensor_slices((x_train, y_train)) 
    .shuffle(10000, seed=smp.dp_rank()) 
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API  
class MyModel(smp.DistributedModel): 
    def __init__(self): 
        super(MyModel, self).__init__() 
        # define layers 

    def call(self, x, training=None): 
        # define forward pass and return the model output

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels): 
    predictions = model(images, training=True) 
    loss = loss_object(labels, predictions) 

    grads = optimizer.get_gradients(loss, model.trainable_variables) 
    return grads, loss, predictions

@tf.function
def train_step(images, labels): 
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    gradients, loss, predictions = get_grads(images, labels) 

    # smdistributed: Accumulate the gradients across microbatches 
    gradients = [g.accumulate() for g in gradients] 
    optimizer.apply_gradients(zip(gradients, model.trainable_variables)) 

    # smdistributed: Merge predictions and average losses across microbatches 
    train_accuracy(labels, predictions.merge()) 
    return loss.reduce_mean()

for epoch in range(5): 
    # Reset the metrics at the start of the next epoch 
    train_accuracy.reset_states() 
    for images, labels in train_ds: 
        loss = train_step(images, labels) 
    accuracy = train_accuracy.result()

Se você terminar de preparar seu roteiro de treinamento, prossiga para Etapa 2: Iniciar um Training 
Job usando o SageMaker Python SDK. Se quiser executar um modelo híbrido e um trabalho de 
treinamento paralelo de dados, siga para a próxima seção.

Divisão automatizada com TensorFlow e Horovod para modelo híbrido e paralelismo de dados

Você pode usar a biblioteca de paralelismo de SageMaker modelos com o Horovod para modelos 
híbridos e paralelismo de dados. Para ler mais sobre como a biblioteca divide um modelo para 
paralelismo híbrido, consulte Paralelismo de pipeline (disponível para PyTorch e TensorFlow).

Nesta etapa, vamos nos concentrar em como modificar seu script de treinamento para adaptar a 
biblioteca de paralelismo de SageMaker modelos.

Para configurar adequadamente seu script de treinamento para adotar a configuração de paralelismo 
híbrido que você definirá em Etapa 2: Iniciar um Training Job usando o SageMaker Python 
SDK, utilize as funções auxiliares da biblioteca, smp.dp_rank() e smp.mp_rank(), que 
detectam automaticamente o rank de paralelismo de dados e o rank de paralelismo de modelo, 
respectivamente.

Para encontrar todas as primitivas de MPI suportadas pela biblioteca, consulte Noções básicas de 
MPI na documentação do SDK para Python SageMaker .

As mudanças necessárias no script são:
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• Adicionando hvd.allreduce

• Variáveis de transmissão após o primeiro lote, conforme exigido pela Horovod

• Disseminando operações de embaralhamento e/ou fragmentação no data pipeline com
smp.dp_rank().

Note

Ao usar o Horovod, você não deve solicitar diretamente hvd.init no seu script de 
treinamento. Em vez disso, você precisará "horovod" definir como True nos parâmetros 
do SDK modelparallel do SageMaker Python em. Etapa 2: Iniciar um Training Job 
usando o SageMaker Python SDK Isso permite que a biblioteca inicialize internamente 
o Horovod com base nas atribuições de dispositivos das partições do modelo. Chamar
hvd.init() diretamente em seu script de treinamento pode causar problemas.

Note

Usar a API do hvd.DistributedOptimizer diretamente em seu script de treinamento 
pode resultar em performance e velocidade de treinamento ruins, porque a API coloca 
implicitamente a operação AllReduce dentro do smp.step. Recomendamos que você 
use a biblioteca de paralelismo de modelos com o Horovod chamando diretamente
hvd.allreduce após a chamada accumulate() ou reduce_mean() nos gradientes 
retornados smp.step, conforme mostrado no exemplo a seguir.

Para saber mais sobre a API SageMaker da biblioteca de paralelismo de modelos, consulte a 
documentação da API.

import tensorflow as tf
import horovod.tensorflow as hvd

# smdistributed: Import TF2.x API  
import smdistributed.modelparallel.tensorflow as smp

# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
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(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data( 
    "MNIST-data-%d" % smp.rank()
)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]
x_test = x_test[..., tf.newaxis]

# smdistributed: Seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches
train_ds = ( 
    tf.data.Dataset.from_tensor_slices((x_train, y_train)) 
    .shuffle(10000, seed=smp.dp_rank()) 
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API  
class MyModel(smp.DistributedModel): 
    def __init__(self): 
        super(MyModel, self).__init__() 
        # define layers 

    def call(self, x, training=None): 
        # define forward pass and return model outputs

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels): 
    predictions = model(images, training=True) 
    loss = loss_object(labels, predictions) 

    grads = optimizer.get_gradients(loss, model.trainable_variables) 
    return grads, loss, predictions

@tf.function

SageMaker biblioteca de paralelismo de modelos v2 3864



Amazon SageMaker Guia do Desenvolvedor

def train_step(images, labels, first_batch): 
    gradients, loss, predictions = get_grads(images, labels) 

    # smdistributed: Accumulate the gradients across microbatches 
    # Horovod: AllReduce the accumulated gradients 
    gradients = [hvd.allreduce(g.accumulate()) for g in gradients] 
    optimizer.apply_gradients(zip(gradients, model.trainable_variables)) 

    # Horovod: Broadcast the variables after first batch  
    if first_batch: 
        hvd.broadcast_variables(model.variables, root_rank=0) 
        hvd.broadcast_variables(optimizer.variables(), root_rank=0) 

    # smdistributed: Merge predictions across microbatches 
    train_accuracy(labels, predictions.merge()) 
    return loss.reduce_mean()

for epoch in range(5): 
    # Reset the metrics at the start of the next epoch 
    train_accuracy.reset_states() 

    for batch, (images, labels) in enumerate(train_ds): 
        loss = train_step(images, labels, tf.constant(batch == 0))

Divisão manual com TensorFlow

Use gerenciadores de contexto do smp.partition para colocar as operações em uma partição 
específica. Qualquer operação não colocada em nenhum contexto smp.partition é colocada no
default_partition. Para saber mais sobre a API SageMaker da biblioteca de paralelismo de 
modelos, consulte a documentação da API.

import tensorflow as tf

# smdistributed: Import TF2.x API.
import smdistributed.modelparallel.tensorflow as smp

# smdistributed: Initialize
smp.init()

# Download and load MNIST dataset.
(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data( 
    "MNIST-data-%d" % smp.rank()
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)
x_train, x_test = x_train / 255.0, x_test / 255.0

# Add a channels dimension
x_train = x_train[..., tf.newaxis]
x_test = x_test[..., tf.newaxis]

# smdistributed: If needed, seed the shuffle with smp.dp_rank(), and drop_remainder
# in batching to make sure batch size is always divisible by number of microbatches.
train_ds = ( 
    tf.data.Dataset.from_tensor_slices((x_train, y_train)) 
    .shuffle(10000, seed=smp.dp_rank()) 
    .batch(256, drop_remainder=True)
)

# smdistributed: Define smp.DistributedModel the same way as Keras sub-classing API.
class MyModel(smp.DistributedModel): 
    def __init__(self): 
         # define layers 

    def call(self, x): 
        with smp.partition(0): 
            x = self.layer0(x) 
        with smp.partition(1): 
            return self.layer1(x)

model = MyModel()

loss_object = tf.keras.losses.SparseCategoricalCrossentropy(from_logits=True)
optimizer = tf.keras.optimizers.Adam()
train_accuracy = tf.keras.metrics.SparseCategoricalAccuracy(name="train_accuracy")

# smdistributed: Define smp.step. Return any tensors needed outside
@smp.step
def get_grads(images, labels): 
    predictions = model(images, training=True) 
    loss = loss_object(labels, predictions) 

    grads = optimizer.get_gradients(loss, model.trainable_variables) 
    return grads, loss, predictions

@tf.function
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def train_step(images, labels): 
    gradients, loss, predictions = get_grads(images, labels) 

    # smdistributed: Accumulate the gradients across microbatches 
    gradients = [g.accumulate() for g in gradients] 
    optimizer.apply_gradients(zip(gradients, model.trainable_variables)) 

    # smdistributed: Merge predictions and average losses across microbatches 
    train_accuracy(labels, predictions.merge()) 
    return loss.reduce_mean()

for epoch in range(5): 
    # Reset the metrics at the start of the next epoch 
    train_accuracy.reset_states() 
    for images, labels in train_ds: 
        loss = train_step(images, labels) 
    accuracy = train_accuracy.result()

Recursos de framework incompatíveis

Os seguintes TensorFlow recursos não são compatíveis com a biblioteca:

• O tf.GradientTape() não tem suporte no momento. Você pode usar
Optimizer.get_gradients() ou Optimizer.compute_gradients() em vez disso para 
calcular gradientes.

• Atualmente, a API do tf.train.Checkpoint.restore() não tem suporte. Para 
pontos de verificação, use smp.CheckpointManager em vez disso, que fornece a 
mesma API e funcionalidade. Observe que as restaurações do ponto de verificação do
smp.CheckpointManager devem ocorrer após a primeira etapa.

Modificar um script PyTorch de treinamento

Nesta seção, você aprende a modificar scripts de PyTorch treinamento para configurar a biblioteca 
de paralelismo de SageMaker modelos para particionamento automático e particionamento manual.

Note

Para descobrir quais PyTorch versões são suportadas pela biblioteca, consultethe section 
called “Frameworks compatíveis e Regiões da AWS”.
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Tip

Para exemplos de end-to-end cadernos que demonstram como usar um script de 
PyTorch treinamento com a biblioteca de paralelismo de SageMaker modelos, consulte.
PyTorchExemplos

Observe que o particionamento automático está habilitado por padrão. A menos que seja 
especificado de outra forma, os scripts a seguir utilizam autoparticionamento.

Tópicos

• Divisão automatizada com PyTorch

• Divisão manual com PyTorch

• Considerações

• Recursos de framework incompatíveis

Divisão automatizada com PyTorch

As seguintes alterações no script de treinamento são necessárias para executar um script de 
PyTorch treinamento com a biblioteca SageMaker de paralelismo de modelos da:

1. Importe e inicialize a biblioteca com o smdistributed.modelparallel.torch.init().

2. Empacote o modelo com smdistributed.modelparallel.torch.DistributedModel. 
Esteja ciente de que quaisquer tensores retornados pelo método forward do objeto nn.Module
subjacente serão transmitidos para os dispositivos de paralelismo de modelo, incorrendo em 
sobrecarga de comunicação. Portanto, quaisquer tensores que não são necessários fora do 
método de chamada (como ativações intermediárias) não devem ser retornados.

Note

Para o treinamento do FP16, você precisa usar o gerenciador de contexto
smdistributed.modelparallel.torch.model_creation() para empacotar o modelo. Para ter 
mais informações, consulte Treinamento FP16 com paralelismo de modelos.

3. Empacotar o otimizador com
smdistributed.modelparallel.torch.DistributedOptimizer.
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Note

Para o treinamento do FP16, você precisa configurar a escalabilidade de perda estática 
ou dinâmica. Para ter mais informações, consulte Treinamento FP16 com paralelismo de 
modelos.

4. Use o objeto DistributedModel retornado em vez de um modelo de usuário.

5. Coloque a lógica para frente e para trás em uma step function e decore-a com
smdistributed.modelparallel.torch.step.

6. Restrinja cada processo ao seu próprio dispositivo por meio de
torch.cuda.set_device(smp.local_rank()).

7. Mova os tensores de entrada para a GPU usando a API do .to() antes da chamada do
smp.step (veja o exemplo abaixo).

8. Substitua o torch.Tensor.backward e o torch.autograd.backward pelo
DistributedModel.backward.

9. Execute o pós-processamento nas saídas em microlotes usando métodos StepOutput como
reduce_mean.

10.Se houver uma etapa de avaliação, coloque logicamente a frente (forward) dentro de uma função 
decorada com smp.step e processe os resultados usando a API do StepOutput.

11.Defina drop_last=True em DataLoader. Como alternativa, pule manualmente um lote no ciclo 
de treinamento se o tamanho do lote não for divisível pelo número de microlotes.

Para saber mais sobre a API SageMaker da biblioteca de paralelismo de modelos, consulte a 
documentação da API.

import torch
import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class GroupedNet(nn.Module): 
    def __init__(self): 
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        super(GroupedNet, self).__init__() 
        # define layers 

    def forward(self, x): 
        # define forward pass and return model outputs

# smdistributed: Define smp.step. Return any tensors needed outside.
@smp.step
def train_step(model, data, target): 
    output = model(data) 
    loss = F.nll_loss(output, target, reduction="mean") 
    model.backward(loss) 
    return output, loss

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by the current process, 
        # based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
        # Return value, loss_mb is a StepOutput object 
        _, loss_mb = train_step(model, data, target) 

        # smdistributed: Average the loss across microbatches. 
        loss = loss_mb.reduce_mean() 

        optimizer.step()

# smdistributed: initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
dataset = datasets.MNIST("../data", train=True, download=False)
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# smdistributed: Shard the dataset based on data-parallel ranks
if smp.dp_size() > 1: 
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())} 
    dataset = SplitDataset(dataset, partitions=partitions_dict) 
    dataset.select(f"{smp.dp_rank()}")

# smdistributed: Set drop_last=True to ensure that batch size is always divisible
# by the number of microbatches
train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

model = GroupedNet()
optimizer = optim.Adadelta(model.parameters(), lr=4.0)

# smdistributed: Use the DistributedModel container to provide the model
# to be partitioned across different ranks. For the rest of the script,
# the returned DistributedModel object should be used in place of
# the model provided for DistributedModel class instantiation.
model = smp.DistributedModel(model)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Divisão manual com PyTorch

Use gerenciadores de contexto do smp.partition para colocar módulos em dispositivos 
específicos. Qualquer operação não colocada em qualquer contexto smp.partition é colocada 
no default_partition. O default_partition precisa ser fornecido se o auto_partition
estiver definido como False. Os módulos criados em um contexto smp.partition específico são 
colocados na partição correspondente.

Para saber mais sobre a API SageMaker da biblioteca de paralelismo de modelos, consulte a 
documentação da API.

import torch
import torch.nn as nn
import torch.nn.functional as F
import torch.optim as optim
from torchnet.dataset import SplitDataset
from torchvision import datasets

import smdistributed.modelparallel.torch as smp

class GroupedNet(nn.Module): 
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    def __init__(self): 
        super(GroupedNet, self).__init__() 
        with smp.partition(0): 
            # define child modules on device 0 
        with smp.partition(1): 
            # define child modules on device 1 

    def forward(self, x): 
        # define forward pass and return model outputs

# smdistributed: Define smp.step. Return any tensors needed outside.
@smp.step
def train_step(model, data, target): 
    output = model(data) 
    loss = F.nll_loss(output, target, reduction="mean") 
    model.backward(loss) 
    return output, loss

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by the current process, 
        # based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
        # Return value, loss_mb is a StepOutput object 
        _, loss_mb = train_step(model, data, target) 

        # smdistributed: Average the loss across microbatches. 
        loss = loss_mb.reduce_mean() 

        optimizer.step()

# smdistributed: initialize the backend
smp.init()

# smdistributed: Set the device to the GPU ID used by the current process.
# Input tensors should be transferred to this device.
torch.cuda.set_device(smp.local_rank())
device = torch.device("cuda")

# smdistributed: Download only on a single process per instance.
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# When this is not present, the file is corrupted by multiple processes trying
# to download and extract at the same time
dataset = datasets.MNIST("../data", train=True, download=False)

# smdistributed: Shard the dataset based on data-parallel ranks
if smp.dp_size() > 1: 
    partitions_dict = {f"{i}": 1 / smp.dp_size() for i in range(smp.dp_size())} 
    dataset = SplitDataset(dataset, partitions=partitions_dict) 
    dataset.select(f"{smp.dp_rank()}")

# smdistributed: Set drop_last=True to ensure that batch size is always divisible
# by the number of microbatches
train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

model = GroupedNet()
optimizer = optim.Adadelta(model.parameters(), lr=4.0)

# smdistributed: Use the DistributedModel container to provide the model
# to be partitioned across different ranks. For the rest of the script,
# the returned DistributedModel object should be used in place of
# the model provided for DistributedModel class instantiation.
model = smp.DistributedModel(model)
optimizer = smp.DistributedOptimizer(optimizer)

train(model, device, train_loader, optimizer)

Considerações

Ao configurar um script de PyTorch treinamento usando a biblioteca SageMaker de paralelismo de 
modelos da, você deve estar ciente do seguinte:

• Se você estiver usando uma técnica de otimização que depende de normas de gradiente globais, 
por exemplo, a norma de gradiente de todo o modelo, como algumas variantes do otimizador 
LAMB ou o clipping global de gradiente, é necessário reunir todas as normas nas partições do 
modelo para garantir a correção. Você pode usar os tipos de dados básicos de comunicação da 
biblioteca para fazer isso.

• Todos os argumentos do torch.Tensor para os métodos diretos do nn.Modules em seu 
modelo devem ser usados no cálculo da saída do módulo. Em outras palavras, a biblioteca não 
suporta o caso em que há um argumento do torch.Tensor para um módulo do qual a saída do 
módulo não depende.
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• O argumento para a chamada smp.DistributedModel.backward() deve depender de 
todas as saídas do modelo. Em outras palavras, não pode haver uma saída da chamada
smp.DistributedModel.forward que não seja usada no cálculo do tensor que é alimentado 
na chamada smp.DistributedModel.backward.

• Se houver chamadas torch.cuda.synchronize() em seu código, talvez seja necessário 
ligar torch.cuda.set_device(smp.local_rank()) imediatamente antes da chamada de 
sincronização. Caso contrário, contextos CUDA desnecessários podem ser criados no dispositivo 
0, o que consumirá desnecessariamente memória.

• Dado que a biblioteca coloca nn.Modules em dispositivos diferentes, os módulos no modelo não 
devem depender de nenhum estado global que seja modificado dentro de smp.step. Qualquer 
estado que permaneça constante ao longo do treinamento, ou que seja modificado fora de
smp.step de uma maneira que seja visível para todos os processos, é permitido.

• Você não precisa mover o modelo para a GPU (por exemplo, usandomodel.to(device)) 
ao usar a biblioteca. Se você tentar mover o modelo para a GPU antes que o modelo seja 
particionado (antes da primeira chamada smp.step), a chamada de movimentação será ignorada. 
A biblioteca move automaticamente a parte do modelo atribuída a uma classificação para sua 
GPU. Quando o treinamento com a biblioteca começar, não mova o modelo para a CPU e o utilize, 
pois ele não terá os parâmetros corretos para módulos não atribuídos à partição mantida pelo 
processo. Se você quiser treinar novamente um modelo ou usá-lo para inferência sem a biblioteca 
depois de treiná-lo usando a biblioteca de paralelismo de modelos, a maneira recomendada é 
salvar o modelo completo usando nossa API de ponto de verificação e carregá-lo de volta em um 
módulo normal. PyTorch

• Se você tem uma lista de módulos de forma que a saída de um alimenta o próximo, substituir essa 
lista por nn.Sequential pode melhorar significativamente a performance.

• A atualização dos pesos (optimizer.step()) precisa ocorrer fora de smp.step, porque é 
nesse momento que toda a passagem de retropropagação é concluída e os gradientes estão 
prontos. Ao usar um modelo híbrido com paralelismo de modelos e dados, neste ponto, também é 
garantido o AllReduce término dos gradientes.

• Ao usar a biblioteca em combinação com o paralelismo de dados, certifique-se de que o número 
de lotes em todas as classificações paralelas de dados seja o mesmo para que você AllReduce 
não fique esperando por uma classificação que não esteja participando da etapa.

• Se você iniciar um trabalho de treinamento usando um tipo de instância ml.p4d (como 
ml.p4d.24xlarge), é necessário definir a variável do carregador de dados num_workers=0. Por 
exemplo, é possível definir o seu DataLoader da seguinte forma.
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dataloader = torch.utils.data.DataLoader( 
            data, 
            batch_size=batch_size, 
            num_workers=0, 
            pin_memory=True, 
            drop_last=True, 
            shuffle=shuffle, 
        )

• As entradas para smp.step devem ser as entradas do modelo geradas pelo DataLoader. Isso 
ocorre porque divide smp.step internamente os tensores de entrada ao longo da dimensão do 
lote e os canaliza. Isso significa que passar a DataLoader si mesmo para a função smp.step
para gerar as entradas internas do modelo não funciona.

Por exemplo, se definir um DataLoader da seguinte forma.

train_loader = torch.utils.data.DataLoader(dataset, batch_size=64, drop_last=True)

Você deve acessar as entradas do modelo geradas train_loader e passá-las para uma função
smp.step decorada. Não passe train_loader diretamente para a função smp.step.

def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        ... 
        _, loss_mb = train_step(model, data, target) 
        ...

@smp.step
def train_step(model, data, target): 
    ... 
    return output, loss

• Os tensores de entrada smp.step devem ser movidos para o dispositivo atual usando a API do
.to(), que deve ocorrer após a chamada torch.cuda.set_device(local_rank()).

Por exemplo, é possível definir a função train da seguinte forma. Essa função adiciona data e
target ao dispositivo atual usando a API do .to() antes de usar esses tensores de entrada para 
chamar train_step.
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def train(model, device, train_loader, optimizer): 
    model.train() 
    for batch_idx, (data, target) in enumerate(train_loader): 
        # smdistributed: Move input tensors to the GPU ID used by the current 
 process, 
        # based on the set_device call. 
        data, target = data.to(device), target.to(device) 
        optimizer.zero_grad() 
        # Return value, loss_mb is a StepOutput object 
        _, loss_mb = train_step(model, data, target) 

        # smdistributed: Average the loss across microbatches. 
        loss = loss_mb.reduce_mean() 

        optimizer.step()

Os tensores de entrada para essa função smp.set decorada foram movidos para o dispositivo 
atual na função train acima. O modelo não precisa ser movido para o dispositivo atual. A 
biblioteca move automaticamente a parte do modelo atribuída a uma classificação para sua GPU.

@smp.step
def train_step(model, data, target): 
    output = model(data) 
    loss = F.nll_loss(output, target, reduction="mean") 
    model.backward(loss) 
    return output, loss

Recursos de framework incompatíveis

Os seguintes PyTorch recursos não são compatíveis com a biblioteca de SageMaker paralelismo de 
modelos da:

• Se você usa paralelismo de dados com o PyTorch DDP nativo, o módulo
torch.nn.parallel.DistributedDataParallelwrapper não é suportado pela biblioteca. 
A biblioteca gerencia internamente a integração com o PyTorch DDP, incluindo transmissão de 
parâmetros e gradiente. AllReduce Ao utilizar a biblioteca, os buffers do módulo são transmitidos 
apenas uma vez no início do treinamento. Se seu modelo tiver buffers de módulo que precisam 
ser sincronizados entre grupos paralelos de dados em cada etapa, você pode fazer isso por meio 
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da API do torch.distributed, usando o grupo de processos que pode ser obtido por meio de
smp.get_dp_process_group().

• Para treinamento de precisão mista, o módulo apex.amp não tem suporte. A maneira 
recomendada de usar a biblioteca com precisão mista automática é usar torch.cuda.amp, com 
exceção do uso de smp.amp.GradScaler em vez da implementação em torch.

• torch.jit.ScriptModules e ScriptFunctions não têm suporte de
smp.DistributedModel.

• apex : FusedLayerNorm, FusedAdam, FusedLAMB e FusedNovoGrad do apex não 
têm suporte. Em vez disso, você pode usar as implementações de biblioteca por meio de
smp.optimizers e APIs do smp.nn.

Etapa 2: Iniciar um Training Job usando o SageMaker Python SDK

O SDK do SageMaker Python oferece suporte ao treinamento gerenciado de modelos com 
estruturas de ML, como e. TensorFlow PyTorch Para iniciar um trabalho de treinamento usando 
uma dessas estruturas, você define um SageMaker TensorFlow estimador, um estimador ou um 
SageMaker PyTorch estimador SageMaker  genérico para usar o script de treinamento modificado e 
a configuração de paralelismo do modelo.

Tópicos

• Usando os SageMaker TensorFlow PyTorch estimadores e

• Estenda um contêiner Docker pré-construído que contém a biblioteca paralela SageMaker de 
modelos distribuídos

• Crie seu próprio contêiner Docker com a biblioteca paralela de modelos SageMaker distribuídos

Usando os SageMaker TensorFlow PyTorch estimadores e

As classes TensorFlow e PyTorch estimador contêm o distribution parâmetro, que você pode 
usar para especificar parâmetros de configuração para usar estruturas de treinamento distribuídas. A 
biblioteca paralela de SageMaker modelos usa internamente MPI para dados híbridos e paralelismo 
de modelos, portanto, você deve usar a opção MPI com a biblioteca.

O modelo a seguir de um PyTorch estimador TensorFlow or mostra como configurar o
distribution parâmetro para usar a biblioteca SageMaker paralela de modelos com MPI.
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Using the SageMaker TensorFlow estimator

import sagemaker
from sagemaker.tensorflow import TensorFlow

smp_options = { 
    "enabled":True,              # Required 
    "parameters": { 
        "partitions": 2,         # Required 
        "microbatches": 4, 
        "placement_strategy": "spread", 
        "pipeline": "interleaved", 
        "optimize": "speed", 
        "horovod": True,         # Use this for hybrid model and data parallelism 
    }
}

mpi_options = { 
    "enabled" : True,            # Required 
    "processes_per_host" : 8,    # Required 
    # "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none"
}

smd_mp_estimator = TensorFlow( 
    entry_point="your_training_script.py", # Specify your train script 
    source_dir="location_to_your_script", 
    role=sagemaker.get_execution_role(), 
    instance_count=1, 
    instance_type='ml.p3.16xlarge', 
    framework_version='2.6.3', 
    py_version='py38', 
     distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    },
    base_job_name="SMD-MP-demo",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Using the SageMaker PyTorch estimator

import sagemaker
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from sagemaker.pytorch import PyTorch

smp_options = { 
    "enabled":True, 
    "parameters": {                        # Required 
        "pipeline_parallel_degree": 2,     # Required 
        "microbatches": 4, 
        "placement_strategy": "spread", 
        "pipeline": "interleaved", 
        "optimize": "speed", 
        "ddp": True, 
    }
}

mpi_options = { 
    "enabled" : True,                      # Required 
    "processes_per_host" : 8,              # Required 
    # "custom_mpi_options" : "--mca btl_vader_single_copy_mechanism none"
}

smd_mp_estimator = PyTorch( 
    entry_point="your_training_script.py", # Specify your train script 
    source_dir="location_to_your_script", 
    role=sagemaker.get_execution_role(), 
    instance_count=1, 
    instance_type='ml.p3.16xlarge', 
    framework_version='1.13.1', 
    py_version='py38', 
     distribution={ 
        "smdistributed": {"modelparallel": smp_options}, 
        "mpi": mpi_options 
    },
    base_job_name="SMD-MP-demo",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Para habilitar a biblioteca, você precisa passar dicionários de configuração para "mpi" as chaves
"smdistributed" e por meio do distribution argumento dos construtores do SageMaker 
estimador.
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Parâmetros de configuração para SageMaker paralelismo do modelo

• Para a chave "smdistributed", passe um dicionário com a chave "modelparallel" e os 
dicionários internos a seguir.

Note

Não há suporte para os usos "modelparallel" e "dataparallel" em um trabalho de 
treinamento.

• "enabled" – Obrigatório. Para ativar o paralelismo do modelo, defina "enabled": True.

• "parameters" – Obrigatório. Especifique um conjunto de parâmetros para o SageMaker 
paralelismo do modelo.

• Para obter uma lista completa dos parâmetros comuns, consulte Parâmetros para
smdistributed na documentação do SDK do SageMaker Python.

Para TensorFlow isso, consulte Parâmetros TensorFlow específicos.

Para PyTorch isso, consulte Parâmetros PyTorch específicos.

• "pipeline_parallel_degree" (ou "partitions" em smdistributed-
modelparallel<v1.6.0) — Obrigatório. Entre os parâmetros para smdistributed, esse 
parâmetro é necessário para especificar em quantas partições de modelo você deseja dividir.

Important

Há uma alteração importante no nome do parâmetro. O parâmetro
"pipeline_parallel_degree" substitui o "partitions" desde
smdistributed-modelparallel v1.6.0. Para obter mais informações, consulte
Parâmetros comuns para configuração de paralelismo de SageMaker modelos e
Notas de versão do SageMaker Distributed Model Parallel na documentação do SDK
do PythonSageMaker .

• Para a chave "mpi", passe um dicionário que contenha o seguinte:

• "enabled" – obrigatório. Configure True para iniciar o trabalho de treinamento distribuído com 
o MPI.
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• "processes_per_host" – obrigatório. Especifique o número de processos que o MPI deve 
iniciar em cada host. Em SageMaker, um host é uma única instância de ML do Amazon EC2. 
O SDK do SageMaker Python mantém um one-to-one mapeamento entre processos e GPUs 
em todo o paralelismo de modelos e dados. Isso significa que SageMaker programa cada 
processo em uma única GPU separada e nenhuma GPU contém mais de um processo. Se 
você estiver usando PyTorch, você deve restringir cada processo ao seu próprio dispositivo por 
meio detorch.cuda.set_device(smp.local_rank()). Para saber mais, consulte Divisão 
automatizada com PyTorch.

Important

process_per_hostnão deve ser maior que o número de GPUs por instância e 
normalmente será igual ao número de GPUs por instância.

• "custom_mpi_options"(opcional) — Use essa chave para transmitir quaisquer opções 
personalizadas de MPI que você possa precisar. Se você não passar nenhuma opção 
personalizada de MPI para a chave, a opção MPI será definida por padrão com o seguinte 
sinalizador.

--mca btl_vader_single_copy_mechanism none

Note

Você não precisa especificar explicitamente esse sinalizador padrão na chave. Se 
você especificar isso explicitamente, seu trabalho de treinamento paralelo de modelo 
distribuído poderá falhar com o seguinte erro:

The following MCA parameter has been listed multiple times on the command 
 line:  
MCA param: btl_vader_single_copy_mechanism MCA parameters can only be listed 
 once  
on a command line to ensure there is no ambiguity as to its value.  
Please correct the situation and try again.
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Tip

Se você iniciar um trabalho de treinamento usando um tipo de instância habilitado para 
EFA, como ml.p4d.24xlarge e ml.p3dn.24xlarge, use a seguinte sinalização para 
obter o melhor desempenho:

-x FI_EFA_USE_DEVICE_RDMA=1 -x FI_PROVIDER=efa -x RDMAV_FORK_SAFE=1

Para iniciar o trabalho de treinamento usando o estimador e seu script de treinamento configurado 
em SageMaker paralelo do modelo, execute a estimator.fit() função.

Use os recursos a seguir para saber mais sobre como usar os recursos de paralelismo de modelos 
no SDK do Python SageMaker :

• Use TensorFlow com o SDK do SageMaker Python

• Use PyTorch com o SDK do SageMaker Python

• Recomendamos que você use uma instância de SageMaker notebook se você for um novo 
usuário. Para ver um exemplo de como você pode iniciar um trabalho de treinamento usando uma 
instância de SageMaker notebook, consulteExemplos de cadernos de treinamento SageMaker 
distribuídos da Amazon.

• Você também pode enviar um trabalho de treinamento distribuído de sua máquina usando AWS 
CLI. Para configurar AWS CLI na sua máquina, consulte Configurar suas AWS credenciais e a 
região para desenvolvimento.

Estenda um contêiner Docker pré-construído que contém a biblioteca paralela SageMaker de 
modelos distribuídos

Para estender um contêiner pré-construído e usar a biblioteca SageMaker de paralelismo de 
modelos, você deve usar uma das imagens de AWS Deep Learning Containers (DLC) disponíveis 
para ou. PyTorch TensorFlow A biblioteca de paralelismo de SageMaker modelos está incluída 
nas imagens DLC TensorFlow (2.3.0 e posteriores) e PyTorch (1.6.0 e posteriores) com CUDA ().
cuxyz Para obter uma lista completa de imagens de DLC, consulte Imagens de contêineres de Deep 
Learning disponíveis no GitHub repositório de contêineres de AWS Deep Learning.
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Tip

Recomendamos que você use a imagem que contém a versão mais recente TensorFlow 
ou PyTorch para acessar a up-to-date versão mais recente da biblioteca de paralelismo de 
SageMaker modelos.

Por exemplo, o Dockerfile deve conter uma declaração FROM semelhante à seguinte:

# Use the SageMaker DLC image URI for TensorFlow or PyTorch
FROM aws-dlc-account-id.dkr.ecr.aws-region.amazonaws.com/framework-training:{framework-
version-tag}

# Add your dependencies here
RUN ...

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker container to determine our user 
 code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

Além disso, ao definir um TensorFlow estimador PyTorch or, você deve especificá-lo entry_point
para seu script de treinamento. Esse deve ser o mesmo caminho identificado com ENV 
SAGEMAKER_SUBMIT_DIRECTORY no seu Dockerfile.

Tip

Você deve enviar esse contêiner Docker para o Amazon Elastic Container Registry (Amazon 
ECR) e usar a imagem URI (image_uri) para definir um SageMaker estimador para 
treinamento. Para ter mais informações, consulte Estenda uma imagem de contêiner 
predefinida.

Depois de terminar de hospedar o contêiner Docker e recuperar o URI da imagem do contêiner, crie 
um objeto SageMaker PyTorch estimador da seguinte forma. Este exemplo pressupõe que você já 
definiu smp_options e mpi_options.

smd_mp_estimator = Estimator( 
    entry_point="your_training_script.py", 
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    role=sagemaker.get_execution_role(), 
    instance_type='ml.p3.16xlarge', 
    sagemaker_session=sagemaker_session, 
    image_uri='your_aws_account_id.dkr.ecr.region.amazonaws.com/name:tag' 
    instance_count=1, 
     distribution={ 
        "smdistributed": smp_options, 
        "mpi": mpi_options 
    },
    base_job_name="SMD-MP-demo",
)

smd_mp_estimator.fit('s3://my_bucket/my_training_data/')

Crie seu próprio contêiner Docker com a biblioteca paralela de modelos SageMaker distribuídos

Para criar seu próprio contêiner Docker para treinamento e usar a biblioteca paralela de SageMaker 
modelos, você deve incluir as dependências corretas e os arquivos binários das bibliotecas 
SageMaker paralelas distribuídas em seu Dockerfile. Esta seção fornece o conjunto mínimo de 
blocos de código que você deve incluir para preparar adequadamente um ambiente de SageMaker 
treinamento e a biblioteca paralela de modelos em seu próprio contêiner Docker.

Note

Essa opção personalizada do Docker com a biblioteca paralela de SageMaker modelos como 
binária está disponível somente para PyTorch.

Para criar um Dockerfile com o kit de ferramentas de SageMaker treinamento e a biblioteca paralela 
de modelos

1. Comece com uma das imagens básicas do NVIDIA CUDA.

FROM <cuda-cudnn-base-image>

Tip

As imagens oficiais do AWS Deep Learning Container (DLC) são criadas a partir das 
imagens básicas NVIDIA CUDA. Recomendamos que você consulte os Dockerfiles 
oficiais do AWS Deep Learning Container PyTorch para descobrir quais versões das 
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bibliotecas você precisa instalar e como configurá-las. Os Dockerfiles oficiais estão 
completos, testados em benchmark e gerenciados pelas equipes de serviço SageMaker 
e pelo Deep Learning Container. No link fornecido, escolha a PyTorch versão que você 
usa, escolha a pasta CUDA (cuxyz) e escolha o Dockerfile que termina com ou. .gpu
.sagemaker.gpu

2. Para configurar um ambiente de treinamento distribuído, você precisa instalar um software para 
dispositivos de comunicação e rede, como, por exemplo, Elastic Fabric Adapter (EFA), NVIDIA 
Collective Communications Library (NCCL) e Open MPI. Dependendo das versões CUDA PyTorch 
e da CUDA que você escolher, você deve instalar versões compatíveis das bibliotecas.

Important

Como a biblioteca paralela de SageMaker modelos exige a biblioteca paralela de 
SageMaker dados nas etapas subsequentes, é altamente recomendável que você siga 
as instruções em Crie seu próprio contêiner Docker com a biblioteca paralela de dados 
SageMaker distribuídos para configurar adequadamente um ambiente de SageMaker 
treinamento para treinamento distribuído.

Para obter mais informações sobre como configurar o EFA com o NCCL e o Open MPI, consulte
Começar com EFA e MPI e Começar com EFA e NCCL.

3. Adicione os argumentos a seguir para especificar os URLs dos pacotes de treinamento 
SageMaker distribuídos para PyTorch. A biblioteca paralela do SageMaker modelo exige que a 
biblioteca paralela de SageMaker dados use o Acesso Direto à Memória Remoto (RDMA) entre 
nós.

ARG SMD_MODEL_PARALLEL_URL=https://sagemaker-distributed-model-parallel.s3.us-
west-2.amazonaws.com/pytorch-1.10.0/build-artifacts/2022-02-21-19-26/
smdistributed_modelparallel-1.7.0-cp38-cp38-linux_x86_64.whl
ARG SMDATAPARALLEL_BINARY=https://smdataparallel.s3.amazonaws.com/binary/
pytorch/1.10.2/cu113/2022-02-18/smdistributed_dataparallel-1.4.0-cp38-cp38-
linux_x86_64.whl

4. Instale as dependências que a biblioteca paralela de SageMaker modelos exige.

a. Instale a biblioteca METIS.

ARG METIS=metis-5.1.0
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RUN rm /etc/apt/sources.list.d/* \ 
  && wget -nv http://glaros.dtc.umn.edu/gkhome/fetch/sw/metis/${METIS}.tar.gz \ 
  && gunzip -f ${METIS}.tar.gz \ 
  && tar -xvf ${METIS}.tar \ 
  && cd ${METIS} \ 
  && apt-get update \ 
  && make config shared=1 \ 
  && make install \ 
  && cd .. \ 
  && rm -rf ${METIS}.tar* \ 
  && rm -rf ${METIS} \ 
  && rm -rf /var/lib/apt/lists/* \ 
  && apt-get clean

b. Instale a biblioteca RAPIDS Memory Manager. Isso requer o CMake 3.14 ou posterior.

ARG RMM_VERSION=0.15.0

RUN  wget -nv https://github.com/rapidsai/rmm/archive/v${RMM_VERSION}.tar.gz \ 
  && tar -xvf v${RMM_VERSION}.tar.gz \ 
  && cd rmm-${RMM_VERSION} \ 
  && INSTALL_PREFIX=/usr/local ./build.sh librmm \ 
  && cd .. \ 
  && rm -rf v${RMM_VERSION}.tar* \ 
  && rm -rf rmm-${RMM_VERSION}

5. Instale a biblioteca paralela de SageMaker modelos.

RUN pip install --no-cache-dir -U ${SMD_MODEL_PARALLEL_URL}

6. Instale a biblioteca paralela de SageMaker dados.

RUN SMDATAPARALLEL_PT=1 pip install --no-cache-dir ${SMDATAPARALLEL_BINARY}

7. Instale o kit de ferramentas de treinamento do SageMaker. O kit de ferramentas contém a 
funcionalidade comum necessária para criar um contêiner compatível com a plataforma de 
SageMaker treinamento e o SDK do SageMaker Python.

RUN pip install sagemaker-training
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8. Depois de concluir a criação do Dockerfile, consulte Adaptando seu próprio contêiner de 
treinamento para saber como criar o contêiner Docker e hospedá-lo no Amazon ECR.

Tip

Para obter mais informações gerais sobre a criação de um Dockerfile personalizado para 
treinamento em SageMaker, consulte Use seus próprios algoritmos de treinamento.

Apontando pontos de verificação e ajustando um modelo com paralelismo de modelos

A biblioteca de paralelismo de SageMaker modelos fornece APIs de ponto de verificação para salvar 
o estado do modelo e o estado do otimizador divididos pelas várias estratégias de paralelismo 
do modelo e para carregar pontos de verificação para treinamento contínuo de onde você deseja 
reiniciar o treinamento e ajustar. As APIs também oferecem opções de suporte para salvar 
parcialmente ou totalmente os estados do modelo e do otimizador.

Tópicos

• Pontos de verificação de um modelo distribuído

• Ajuste de um modelo distribuído

Pontos de verificação de um modelo distribuído

Escolha um dos tópicos a seguir, dependendo da estrutura entre PyTorch e TensorFlow e da versão 
da biblioteca de paralelismo de SageMaker modelos que você usa.

Tópicos

• Apontando um PyTorch modelo distribuído (para a biblioteca de paralelismo de SageMaker 
modelos v1.10.0 e posterior)

• Apontando um PyTorch modelo distribuído (para a biblioteca de paralelismo de SageMaker 
modelos entre v1.6.0 e v1.9.0)

• Verificando um modelo distribuído TensorFlow
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Apontando um PyTorch modelo distribuído (para a biblioteca de paralelismo de SageMaker modelos 
v1.10.0 e posterior)

A biblioteca de paralelismo de SageMaker modelos fornece APIs de ponto de verificação para salvar 
e carregar pontos de verificação completos ou parciais do estado do modelo distribuído e do estado 
do otimizador.

Note

Esse método de ponto de verificação é recomendado se você usar PyTorch a biblioteca de 
paralelismo de SageMaker modelos v1.10.0 ou posterior.

Pontos de verificação parciais

Para salvar pontos de verificação de um treinamento de modelos com paralelismo de modelos, use 
a API smdistributed.modelparallel.torch.save_checkpoint com a opção de ponto 
de verificação parcial definida como true (partial=True). Isto salva cada partição de modelos 
individualmente. Além do modelo e do estado do otimizador, você também pode salvar quaisquer 
dados personalizados adicionais por meio do argumento user_content. O modelo com ponto de 
verificação, o otimizador e o conteúdo do usuário são salvos como arquivos separados. A chamada 
de API save_checkpoint cria pastas de pontos de verificação na estrutura a seguir.

- path 
  - ${tag}_partial (folder for partial checkpoints) 
    - model_rankinfo.pt 
    - optimizer_rankinfo.pt 
    - fp16_states_rankinfo.pt 
    - user_content.pt 
  - $tag (checkpoint file for full checkpoints) 
  - user_content_$tag (user_content file for full checkpoints) 
  - newest (a file that indicates the newest checkpoint)

Para retomar o treinamento a partir de pontos de verificação parciais, use a API
smdistributed.modelparallel.torch.resume_from_checkpoint com partial=True
e especifique o diretório do ponto de verificação e a tag usada ao salvar os pontos de 
verificação parciais. Observe que o carregamento real dos pesos do modelo ocorre após o 
particionamento do modelo, durante a primeira execução da step function de treinamento decorada
smdistributed.modelparallel.torch.step.
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Ao salvar um ponto de verificação parcial, a biblioteca também salva a decisão da partição do 
modelo como arquivos com extensão de arquivo .pt. Por outro lado, ao retomar o ponto de 
verificação parcial, a biblioteca carrega os arquivos de decisão de partição juntos. Depois que a 
decisão de partição é carregada, não é possível alterar a partição.

O trecho de código a seguir mostra como definir as APIs do ponto de verificação em um script de 
treinamento. PyTorch

import smdistributed.modelparallel.torch as smp

model = ...
model = smp.DistributedModel(model)
optimizer = ...
optimizer = smp.DistributedOptimizer(optimizer)
user_content = ...     # additional custom data
checkpoint_path = "/opt/ml/checkpoint/model_parallel"

# Save a checkpoint.
smp.save_checkpoint( 
    path=checkpoint_path, 
    tag=f"total_steps{total_steps}", 
     partial=True, 
    model=model, 
    optimizer=optimizer, 
    user_content=user_content
    num_kept_partial_checkpoints=5
)

# Load a checkpoint.
# This automatically loads the most recently saved checkpoint.
smp_checkpoint = smp.resume_from_checkpoint( 
    path=checkpoint_path,  
     partial=True
)

Pontos de verificação totais

Para salvar o artefato do modelo final para fins de inferência, use a API
smdistributed.modelparallel.torch.save_checkpoint com partial=False, que 
combinam as partições do modelo para criar um único artefato do modelo. Observe que isso não 
combina os estados do otimizador.

SageMaker biblioteca de paralelismo de modelos v2 3889



Amazon SageMaker Guia do Desenvolvedor

Para inicializar o treinamento com pesos específicos, considerando 
um ponto de verificação completo do modelo, você pode usar a API
smdistributed.modelparallel.torch.resume_from_checkpoint com partial=False. 
Observe que isso não combina os estados de carregamento do otimizador.

Note

Com o paralelismo do tensor, em geral, o state_dict deve ser traduzido entre a 
implantação do modelo original e a implantação DistributedModel. Opcionalmente, 
você pode fornecer a função de tradução state_dict como um argumento para o
smdistributed.modelparallel.torch.resume_from_checkpoint. No entanto, 
para the section called “Modelos compatíveis prontos para uso”, a biblioteca cuida dessa 
tradução automaticamente.

O código a seguir mostra um exemplo de como usar as APIs de ponto de verificação para verificar 
totalmente um PyTorch modelo treinado com paralelismo de modelos.

import smdistributed.modelparallel.torch as smp

model = ...
model = smp.DistributedModel(model)
optimizer = ...
optimizer = smp.DistributedOptimizer(optimizer)
user_content = ...     # additional custom data
checkpoint_path = "/opt/ml/checkpoint/model_parallel"

# Save a checkpoint.
smp.save_checkpoint( 
    path=checkpoint_path, 
    tag=f"total_steps{total_steps}", 
     partial=False, 
    model=model, 
    optimizer=optimizer, 
    user_content=user_content
    num_kept_partial_checkpoints=5
)

# Load a checkpoint.
# This automatically loads the most recently saved checkpoint.
smp_checkpoint = smp.resume_from_checkpoint( 
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    path=checkpoint_path,  
     partial=False
)

Apontando um PyTorch modelo distribuído (para a biblioteca de paralelismo de SageMaker modelos 
entre v1.6.0 e v1.9.0)

A biblioteca de paralelismo de SageMaker modelos fornece funções Python para salvar pontos 
de verificação parciais ou completos para treinar trabalhos com paralelismo de tensores. O 
procedimento a seguir mostra como usar o smp.save() e smp.load() para salvar e carregar um 
ponto de verificação ao usar o paralelismo de tensores.

Note

Esse método de ponto de verificação é recomendado se você usar PyTorchthe section called 
“Paralelismo tensorial”, e a biblioteca de paralelismo de SageMaker modelos entre v1.6.0 e 
v1.9.0.

1. Prepare um objeto de modelo e envolva-o com a função wrapper smp.DistributedModel() da 
biblioteca.

model = MyModel(...)
model = smp.DistributedModel(model)

2. Prepare um otimizador para o modelo. Um conjunto de parâmetros do modelo é um argumento 
iterável exigido pelas funções do otimizador. Para preparar uma configuração de parâmetros do 
modelo, você deve processar model.parameters() para a atribuição de IDs exclusivos aos 
parâmetros individuais do modelo.

Se houver parâmetros com IDs duplicadas no parâmetro do modelo iterável, o carregamento do 
estado do otimizador com ponto de verificação falhará. Para criar um item iterável de parâmetros 
de modelo com IDs exclusivas para seu otimizador, veja o seguinte:

unique_params = []
unique_params_set = set()
for p in model.parameters(): 
  if p not in unique_params_set: 
    unique_params.append(p) 
    unique_params_set.add(p)
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del unique_params_set

optimizer = MyOpt(unique_params, ...)

3. Envolva o otimizador usando a função wrapper da biblioteca smp.DistributedOptimizer().

optimizer = smp.DistributedOptimizer(optimizer)

4. Salve o modelo e o estado do otimizador usando smp.save(). Dependendo de como deseja 
salvar os pontos de verificação, escolha uma das duas opções:

• Opção 1: Salve um modelo parcial em cada mp_rank para um único MP_GROUP.

model_dict = model.local_state_dict() # save a partial model
opt_dict = optimizer.local_state_dict() # save a partial optimizer state
# Save the dictionaries at rdp_rank 0 as a checkpoint
if smp.rdp_rank() == 0: 
    smp.save( 
        {"model_state_dict": model_dict, "optimizer_state_dict": opt_dict}, 
        f"/checkpoint.pt", 
        partial=True, 
    )

Com paralelismo de tensores, a biblioteca salva arquivos com pontos de verificação nomeados 
no seguinte formato: checkpoint.pt_{pp_rank}_{tp_rank}.

Note

Com o paralelismo de tensores, certifique-se de configurar a instrução ‘if’ como if 
smp.rdp_rank() == 0 em vez de if smp.dp_rank() == 0. Quando o estado 
do otimizador é fragmentado com paralelismo de tensores, todas as classificações de 
paralelismo de dados reduzidos devem salvar suas próprias partições de estado do 
otimizador. Usar uma instrução if errada para os pontos de verificação pode resultar na 
paralisação do trabalho de treinamento. Para obter mais informações sobre como usar
if smp.dp_rank() == 0 sem paralelismo de tensores, consulte Instruções gerais 
para salvar e carregar na documentação do SDK do PythonSageMaker .

• Opção 2: Salve o modelo completo.

if smp.rdp_rank() == 0: 
    model_dict = model.state_dict(gather_to_rank0=True) # save the full model 
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    if smp.rank() == 0: 
        smp.save( 
            {"model_state_dict": model_dict}, 
            "/checkpoint.pt", 
            partial=False, 
        )

Note

Considere o seguinte para um pontos de verificação completos:

• Se você definir gather_to_rank0=True, todas as outras classificações, exceto 0, 
retornarão dicionários vazios.

• Para um ponto de verificação completo, você só pode verificar o modelo. Atualmente, 
não há suporte para pontos de verificação completos dos estados do otimizador.

• O modelo completo só precisa ser salvo no smp.rank() == 0.

5. Carregue os pontos de verificação usando smp.load(). Dependendo de como verificação os 
pontos na etapa anterior, escolha uma das duas opções a seguir:

• Opção 1: Carregue os pontos de verificação parciais.

checkpoint = smp.load("/checkpoint.pt", partial=True)
model.load_state_dict(checkpoint["model_state_dict"], same_partition_load=False)
optimizer.load_state_dict(checkpoint["optimizer_state_dict"])

Você pode configurar same_partition_load=True no model.load_state_dict() para 
um carregamento mais rápido se souber que a partição não será alterada.

• Opção 2: Carregue os pontos de verificação completos.

if smp.rdp_rank() == 0: 
    checkpoint = smp.load("/checkpoint.pt", partial=False) 
    model.load_state_dict(checkpoint["model_state_dict"])

A condição if smp.rdp_rank() == 0 não é obrigatória, mas pode ajudar a evitar o 
carregamento redundante entre diferentes MP_GROUPs. O estado completo do otimizador de 
ponto de verificação atualmente não é suportado pelo paralelismo de tensores.
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Verificando um modelo distribuído TensorFlow

Para salvar um TensorFlow modelo durante o treinamento com o paralelismo de modelos, use as 
seguintes funções fornecidas pela biblioteca de paralelismo de SageMaker modelos.

• smdistributed.modelparallel.tensorflow.DistributedModel.save_model

• smdistributed.modelparallel.tensorflow.CheckpointManager

Ajuste de um modelo distribuído

O ajuste fino precisa ser configurado em seu script de treinamento. O trecho de código 
a seguir mostra um exemplo de estrutura de um script de treinamento usando a classe
AutoModelForCausalLM de Hugging Face Transformers com modificações para registrar os módulos 
e as configurações para ajuste fino. smdistributed.model.parallel.torch

Note

O ajuste fino de um transformador distribuído (um modelo de transformador empacotado 
por smp.DistributedModel()) com a função smp.delayed_param_initialization ativada 
requer que o trabalho ajustado seja configurado com um sistema de arquivos FSx for Lustre. 
Nos casos em que você deseja ajustar um modelo em grande escala com a opção de 
inicialização atrasada de parâmetros, você deve configurar um sistema de arquivos FSx for 
Lustre.

import argparse
from transformers import AutoModelForCausalLM
import smdistributed.modelparallel
import smdistributed.modelparallel.torch as smp

def parse_args(): 

    parser = argparse.ArgumentParser() 

    # set an arg group for model 
    model_grp = parser.add_argument_group( 
        title="model", description="arguments to describe model configuration" 
    ) 
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    ... # set up numerous args to parse from the configuration dictionary to the script 
 for training 

    # add arg for activating fine-tuning 
    model_grp.add_argument( 
        "--fine_tune", 
        type=int, 
        default=0, 
        help="Fine-tune model from checkpoint or pretrained model", 
    )

def main(): 
    """Main function to train GPT.""" 
    args = parse_args() 

    ... # parse numerous args 

    if args.fine_tune > 0 and args.delayed_param > 0 and smp.rank() == 0: 
        pretrained_model = AutoModelForCausalLM.from_pretrained( 
            args.model_name or args.model_dir 
        ) 
        model_state_dict = pretrained_model.state_dict() 
        path = os.path.join(args.model_dir, "fullmodel.pt") 
        torch.save(model_state_dict, path) 

    # create a Transformer model and wrap by smp.model_creation()  
    # with options to configure model parallelism parameters offered by SageMaker 
    with smp.model_creation( 
        tensor_parallelism=smp.tp_size() > 1 or args.use_distributed_transformer > 0, 
        zero_init=args.use_distributed_transformer == 0, 
        dtype=dtype, 
        distribute_embedding=args.sharded_data_parallel_degree > 1 and smp.tp_size() > 
 1, 
        use_alibi=args.alibi > 0, 
        attention_in_fp32=args.attention_in_fp32 > 0, 
        fp32_residual_addition=args.residual_addition_in_fp32 > 0, 
        query_key_layer_scaling=args.query_key_layer_scaling > 0 and args.bf16 < 1, 
        fused_softmax=args.fused_softmax > 0, 
        fused_dropout=args.fused_dropout > 0, 
        fused_bias_gelu=args.fused_bias_gelu > 0, 
        flash_attention=args.flash_attention > 0, 
    ): 
        if args.fine_tune > 0 and args.delayed_param == 0: 
            model = AutoModelForCausalLM.from_pretrained( 
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                args.model_name or args.model_dir 
            ) 
        else: 
            model = AutoModelForCausalLM.from_config(model_config) 

    # wrap the model by smp.DistributedModel() to apply SageMaker model parallelism 
    model = smp.DistributedModel( 
        model, trace_device="gpu", backward_passes_per_step=args.gradient_accumulation 
    ) 

    # wrap the optimizer by smp.DistributedOptimizer() to apply SageMaker model 
 parallelism 
    optimizer= ... # define an optimizer 
    optimizer = smp.DistributedOptimizer( 
        optimizer, 
        static_loss_scale=None, 
        dynamic_loss_scale=True, 
        dynamic_loss_args={"scale_window": 1000, "min_scale": 1, "delayed_shift": 2}, 
    ) 

    # for fine-tuning, use smp.resume_from_checkpoint() to load a pre-trained model 
    if args.fine_tune > 0 and args.delayed_param > 0: 
        smp.resume_from_checkpoint(args.model_dir, tag="fullmodel.pt", partial=False)

Para obter um exemplo completo de scripts de treinamento e notebooks Jupyter, consulte os 
exemplos do GPT-2 no repositório Examples. PyTorch SageMaker GitHub

SageMaker Melhores práticas de paralelismo de modelos distribuídos

Use as diretrizes a seguir ao executar um trabalho de treinamento distribuído com a biblioteca 
paralela de SageMaker modelos.

Configuração correta para um determinado modelo

Ao aumentar a escala verticalmente de um modelo, recomendamos que você consulte a lista a 
seguir em ordem. Cada item da lista debate a vantagem de usar as técnicas da biblioteca junto com 
as concessões que podem surgir.
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Tip

Se um modelo pode se encaixar bem usando um subconjunto dos recursos da biblioteca, 
adicionar mais recursos de paralelismo ao modelo ou de economia de memória geralmente 
não melhora o desempenho.

Usando tipos de instância grandes de GPU

• No campo do paralelismo de modelos, é melhor usar instâncias avançadas com memórias da GPU 
grandes para lidar com a sobrecarga das operações de paralelismo de modelos, como modelos 
de particionamento em várias GPUs. Recomendamos usar as instâncias de ml.p4d ou ml.p3dn
para treinar modelos grandes de DL. Essas instâncias também são equipadas com o Elastic Fabric 
Adapter (EFA), que fornece maior largura de banda de rede e habilita treinamento em grande 
escala com paralelismo de modelos.

Estado do otimizador de fragmentação

• O impacto do estado do otimizador de fragmentação depende do número de classificações em 
paralelo dos dados. Normalmente, um maior grau de paralelismo de dados (proporcional ao 
tamanho do nó de computação) pode melhorar a eficiência do uso de memória.

Quando você quiser reduzir o tamanho de um cluster, verifique a configuração do estado do 
otimizador de fragmentação. Por exemplo, um modelo de DL grande com estado do otimizador 
de fragmentação que cabe em um cluster de computação com 16 GPUs (por exemplo, duas 
instâncias P4d ou P4de) nem sempre cabe em um nó com 8 GPUs (por exemplo, uma única 
instância P4d ou P4de). Isso ocorre porque a memória combinada de 8 GPUs é menor que a 
memória combinada de 16 GPUs, e a memória necessária por GPU para fragmentar mais de 8 
GPUs também é maior do que a memória por GPU para fragmentar no cenário de 16 GPUs. Como 
resultado, o aumento no requisito de memória pode não se ajustar no cluster menor.

Para ter mais informações, consulte Fragmentação de estado do otimizador.

Ponto de verificação de ativação

• A eficiência da memória pode ser melhorada usando o ponto de verificação de ativação para 
um grupo de módulos. Quanto mais você agrupar os módulos, mais eficiente será o uso de 
memória. Ao realizar ponto de verificação de módulos sequenciais para camadas, o argumento
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strategy da função smp.set_activation_checkpointing agrupa as camadas para o ponto 
de verificação. Por exemplo, o agrupamento de duas ou mais camadas para pontos de verificação 
é mais eficiente em termos de memória do que o ponto de verificação de uma camada por vez, e 
isso troca o tempo de computação extra pela redução do uso de memória.

Para ter mais informações, consulte Verificação de ativação.

Paralelismo de tensores

• O grau de paralelismo de tensores deve ser uma potência de dois (2, 4, 8, ..., 2 n), onde o grau 
máximo deve ser igual ao número de GPUs por nó. Por exemplo, se você usa o nó com 8 GPUs, 
os números possíveis para o grau de paralelismo de tensores são 2, 4 e 8. Não recomendamos 
números arbitrários (como 3, 5, 6 e 7) para o grau de paralelismo de tensores. Quando você usa 
vários nós, a configuração incorreta do grau de paralelismo de tensores pode resultar na execução 
do paralelismo de tensores nos nós; isso adiciona uma sobrecarga significativa na comunicação 
das ativações entre os nós e pode se tornar computacionalmente caro.

Para ter mais informações, consulte Paralelismo tensorial.

Paralelismo de pipeline entre os nós

• Você pode executar o paralelismo de pipeline em um nó único e em vários nós. Ao usar o 
paralelismo do pipeline em combinação com o paralelismo de tensores, recomendamos executar o 
paralelismo de pipeline em vários nós e manter o paralelismo de tensores em nós individuais.

• O paralelismo de pipeline vem com os três botões a seguir: microbatches,
active_microbatches e prescaled_batch.

• Quando você usa paralelismo de tensores com paralelismo de pipeline, recomendamos ativar 
o prescaled_batch para que o tamanho do lote por grupo em paralelo do modelo possa ser 
aumentado para um pipeline eficiente. Quando prescaled_batch é ativado, o tamanho do lote 
definido no script de treinamento se torna tp_size vezes o tamanho do lote definido para cada 
classificação sem prescaled_batch.

• Aumentar o número de microbatches ajuda a obter um pipeline eficiente e uma melhor 
performance. Observe que o tamanho efetivo do microlote é o tamanho do lote dividido pelo 
número de microlotes. Se você aumentar o número de microlotes enquanto mantém o tamanho 
do lote constante, cada microlote processa um número menor de amostras.
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• O número de active_microbatches é o número máximo de microlotes que estão 
sendo processados simultaneamente durante o pipeline. Para cada microlote ativo no 
processo, suas ativações e gradientes ocupam a memória da GPU. Portanto, aumentar o
active_microbatches consome mais memória da GPU.

• Se a memória da GPU e da GPU estiverem subutilizadas, aumente o active_microbatches
para um melhor paralelismo durante o pipeline.

• Para obter mais informações sobre como usar o paralelismo de tensores com o paralelismo de 
pipeline, consulte Paralelismo de tensores combinado com paralelismo de pipeline.

• Para encontrar descrições dos parâmetros mencionados acima, consulte Parâmetros
smdistributed na documentação do SDK do SageMaker Python.

Descarregar ativações para a CPU

• Certifique-se de que isso seja usado em combinação com o ponto de verificação de ativação e o 
paralelismo de pipeline. Para garantir que o descarregamento e o pré-carregamento ocorram no 
plano de fundo, especifique um valor maior que 1 para o parâmetro de microlotes.

• Ao descarregar as ativações, talvez você consiga aumentar o active_microbatches e, às 
vezes, igualar o número total de microlotes. Isso depende de quais módulos são determinados 
como pontos de verificação e como o modelo é particionado.

Para ter mais informações, consulte Ativação e descarregamento.

Referência de configurações

A equipe de treinamento de paralelismo de SageMaker modelos fornece os seguintes pontos de 
referência com base em experimentos com o modelo GPT-2, o comprimento da sequência de 512 e 
o tamanho do vocabulário de 50.000.
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O 
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Lote pré-
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do lote

10 
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16
ml.p4d.24 
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1 4 Verdadeir 
o

Cada 
camada 
do 
transform 
ador

Verdadeir 
o

batch_siz 
e=40
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ml.p4d.24 
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1 8 Verdadeir 
o

Cada 
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do 
transform 
ador

Verdadeir 
o

batch_siz 
e=32

60 
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32
ml.p4d.24 
xlarge

2 8 Verdadeir 
o

Cada 
camada 
do 
transform 
ador

Verdadeir 
o

batch_siz 
e=56 ,
microbatc 
hes=4 ,
active_mi 
crobatche 
s=2

Você pode extrapolar a partir das configurações anteriores para estimar o uso de memória da GPU 
para a configuração do modelo. Por exemplo, se você aumentar o comprimento da sequência de 
um modelo com parâmetro de 10 bilhões ou aumentar o tamanho do modelo para 20 bilhões, talvez 
você queira reduzir o tamanho do lote primeiro. Se o modelo ainda não couber, tente aumentar o 
grau de paralelismo de tensores.

Modificar o script de treinamento

• Antes de usar os recursos da biblioteca SageMaker model parallel em seu script de treinamento, 
reviseDicas e armadilhas de configuração da SageMaker Distributed Model Parallelism Library.
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• Para iniciar um trabalho de treinamento mais rápido, use o modo SageMaker local. Isso ajuda você 
a executar rapidamente um trabalho de treinamento localmente em uma instância de SageMaker 
notebook. Dependendo da escala da instância de ML na qual a instância do SageMaker notebook 
está sendo executada, talvez seja necessário ajustar o tamanho do modelo alterando as 
configurações do modelo, como a largura oculta, o número de camadas do transformador e 
as cabeças de atenção. Valide se o modelo reduzido funciona bem na instância do bloco de 
anotações antes de usar um cluster grande para treinar o modelo completo.

Monitorando e registrando um Training Job usando o SageMaker console e a Amazon CloudWatch

Para monitorar métricas em nível de sistema, como utilização da memória da CPU, utilização da 
memória da GPU e utilização da GPU, use a visualização fornecida pelo console. SageMaker

1. No painel de navegação à esquerda, escolha Treinamento.

2. Escolha Training jobs (Trabalhos de treinamento).

3. No painel principal, escolha o nome da tarefa de treinamento do qual você deseja ver mais 
detalhes.

4. Procure no painel principal e encontre a seção Monitoramento para ver a visualização 
automatizada.

5. Para ver os logs de tarefa de treinamento, escolha Visualizar logs na seção Monitoramento. 
Você pode acessar os registros distribuídos do trabalho de treinamento em CloudWatch. Se você 
executou o treinamento distribuído de vários nós, você poderá ver vários streams de log com tags 
no formato algo-n-1234567890. O stream de log algo-1 rastreia os logs de treinamento do nó 
principal (0º).

Para ter mais informações, consulte Monitore e analise trabalhos de treinamento usando o Amazon 
CloudWatch Metrics.

Permissões

Para executar um trabalho de SageMaker treinamento com o paralelismo de modelos ou os
cadernos de exemplo de treinamento SageMaker distribuídos, verifique se você tem as permissões 
corretas em sua função do IAM, como as seguintes:

• Para usar FSx for Lustre, adicione AmazonFSxFullAccess.

• Para usar o Amazon S3 como um canal de dados, adicione AmazonS3FullAccess.
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• Para usar o Docker, crie seu próprio contêiner e envie-o para o Amazon ECR, adicione
AmazonEC2ContainerRegistryFullAccess.

• Para ter acesso total ao uso de todo o conjunto de SageMaker recursos, adicione
AmazonSageMakerFullAccess.

Dicas e armadilhas de configuração da SageMaker Distributed Model Parallelism Library

Analise as dicas e armadilhas a seguir antes de usar a biblioteca de SageMaker paralelismo de 
modelos da Amazon. Essa lista inclui dicas que são aplicáveis em todos os frameworks. Para obter 
TensorFlow dicas PyTorch específicas, consulte Modificar um script TensorFlow de treinamento
eModificar um script PyTorch de treinamento, respectivamente.

Tamanho do lote e número de microlotes

• A biblioteca é mais eficiente quando o tamanho do lote é aumentado. Para casos de uso em que 
o modelo cabe em um dispositivo único, mas pode ser treinado apenas com um tamanho de 
lote pequeno, o tamanho do lote pode e deve ser aumentado após a integração da biblioteca. O 
paralelismo de modelos economiza memória para modelos grandes, habilitando o treinamento 
usando tamanhos do lote que antes não cabiam na memória.

• Escolher um número de microlotes muito pequenos ou muito grandes pode reduzir a performance. 
A biblioteca executa cada microlote sequencialmente em cada dispositivo, portanto, o tamanho do 
microlote (tamanho do lote dividido pelo número de microlotes) deve ser grande o suficiente para 
utilizar totalmente cada GPU. Ao mesmo tempo, a eficiência do pipeline aumenta com o número 
de microlotes, portanto, é importante encontrar o equilíbrio certo. Normalmente, um bom ponto de 
partida é experimentar 2 ou 4 microlotes, aumentando o tamanho do lote até o limite de memória 
e, em seguida, experimentar tamanhos do lote e números de microlotes maiores. À medida que o 
número de microlotes aumenta, tamanhos do lote maiores podem se tornar viáveis se um pipeline 
intercalado for usado.

• O tamanho do lote deve ser sempre divisível pelo número de microlotes. Observe que, 
dependendo do tamanho do conjunto de dados, às vezes, o último lote de cada epoch pode ser 
menor que o resto e esse lote menor também precisa ser divisível pelo número de microlotes. Se 
não estiver, você pode definir drop_remainder=True a tf.Dataset.batch() chamada (in 
TensorFlow) ou definir drop_last=True in DataLoader (in PyTorch), para que esse último lote 
pequeno não seja usado. Se você estiver usando uma API diferente para o pipeline de dados, 
talvez seja necessário ignorar manualmente o último lote sempre que ele não for divisível pelo 
número de microlotes.
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Particionamento manual

• Se você usa o particionamento manual, esteja atento aos parâmetros que são consumidos por 
várias operações e módulos em seu modelo, como a tabela de incorporação nas arquiteturas do 
transformador. Módulos que compartilham o mesmo parâmetro devem ser colocados no mesmo 
dispositivo para que estejam corretos. Quando o particionamento automático é usado, a biblioteca 
aplica automaticamente essa restrição.

Preparação de dados

• Se o modelo usar várias entradas, certifique-se de semear as operações aleatórias em seu data 
pipeline (por exemplo, embaralhar) com smp.dp_rank(). Se o conjunto de dados estiver sendo 
fragmentado de forma determinística em dispositivos em paralelo de dados, certifique-se de que o 
fragmento seja indexado por smp.dp_rank(). Isso irá garantir que a ordem dos dados vistos em 
todas as classificações que formam uma partição de modelo seja consistente.

Retornar tensores de smp.DistributedModel

• Qualquer tensor retornado da função smp.DistributedModel.call (for TensorFlow) 
ou smp.DistributedModel.forward (for) é transmitido para PyTorch todas as outras 
classificações, a partir da classificação que calculou esse tensor específico. Como resultado, 
qualquer tensor que não é necessário fora dos métodos de chamada e encaminhamento 
(ativações intermediárias, por exemplo) não deve ser retornado, pois isso causa comunicação 
desnecessária e sobrecarga da memória e prejudica a performance.

O Decorator do @smp.step

• Se uma função decorada por smp.step tiver um argumento de tensor que não tenha uma 
dimensão de lote, o nome do argumento deverá ser fornecido na lista non_split_inputs
durante a chamada de smp.step. Isso evita que a biblioteca tente dividir o tensor em microlotes. 
Para obter mais informações, consulte smp.step na documentação de API.

Atrasar a inicialização do parâmetro

Para modelos muito grandes com mais de 100 bilhões de parâmetros, a inicialização do peso por 
meio da memória da CPU pode resultar em um out-of-memory erro. Para contornar isso, a biblioteca 
oferece um gerenciador de contexto smp.delay_param_initialization. Isso atrasa a alocação 
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física dos parâmetros até que eles sejam movidos para a GPU durante a primeira execução de uma 
função decorada por smp.step. Isso evita o uso desnecessário de memória da CPU durante a 
inicialização do treinamento. Use o gerenciador de contexto ao criar um objeto de modelo, conforme 
exibido no código a seguir.

with smp.delay_param_initialization(enabled=True):     
    model = MyModel()

Paralelismo de tensores para PyTorch

• Se você estiver usando uma semente para resultados determinísticos, defina a semente baseada 
em smp.dp_rank() (por exemplo, torch.manual_seed(42 + smp.dp_rank())). Se você 
não fizer isso, partições diferentes de um nn.Parameter serão inicializadas da mesma forma, 
afetando a convergência.

• SageMakerA biblioteca de paralelismo de modelos usa NCCL para implementar os coletivos 
necessários para a distribuição dos módulos. Especialmente para modelos menores, se 
muitas chamadas de NCCL forem programadas na GPU ao mesmo tempo, o uso de memória 
poderá aumentar devido ao espaço adicional usado pela NCCL. Para neutralizar isso, smp
controla as chamadas de NCCL para que, a qualquer momento, o número de operações 
contínuas de NCCL seja menor ou igual a um determinado limite. O limite padrão é 8, mas 
isso pode ser ajustado usando a variável de ambiente SMP_NCCL_THROTTLE_LIMIT. Se você 
observar o uso de memória maior do que o esperado ao usar o paralelismo de tensores, tente 
reduzir esse limite. No entanto, escolher um limite muito pequeno pode causar perda de taxa 
de transferência. Para desativar completamente o controle de utilização, você pode definir
SMP_NCCL_THROTTLE_LIMIT=-1.

• A seguinte identidade, que é válida quando o grau de paralelismo de tensores é 1, não é válida 
quando o grau de paralelismo de tensores é maior que 1: smp.mp_size() * smp.dp_size() 
== smp.size(). Isso ocorre porque o grupo em paralelo de tensores faz parte do grupo de 
paralelismo do modelo e do grupo de paralelismo de dados. Se seu código tiver referências 
existentes a mp_rank, mp_size, MP_GROUP e assim por diante, e se você quiser trabalhar 
apenas com o grupo em paralelo do pipeline, talvez seja necessário substituir as referências por
smp.pp_size(). As seguintes identidades são sempre verdadeiras:

• smp.mp_size() * smp.rdp_size() == smp.size()

• smp.pp_size() * smp.dp_size() == smp.size()

• smp.pp_size() * smp.tp_size() * smp.rdp_size() == smp.size()
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• Uma vez que o wrapper do smp.DistributedModel modifica os parâmetros do modelo 
quando o paralelismo de tensores está ativado, o otimizador deve ser criado após a chamada 
de smp.DistributedModel, com os parâmetros distribuídos. Por exemplo, o seguinte não 
funciona:

## WRONG
model = MyModel()
optimizer = SomeOptimizer(model.parameters())
model = smp.DistributedModel(model)  # optimizer now has outdated parameters! 

Em vez disso, o otimizador deve ser criado com os seguintes parâmetros de
smp.DistributedModel:

## CORRECT
model = smp.DistributedModel(MyModel())
optimizer = SomeOptimizer(model.optimizers())

• Quando um módulo é substituído por sua contraparte distribuída por meio de paralelismo de 
tensores, o módulo distribuído não herda seus pesos do módulo original e inicializa novos pesos. 
Isso significa que, por exemplo, se os pesos precisarem ser inicializados em uma chamada 
específica (por exemplo, por meio de uma chamada de load_state_dict), isso precisará 
acontecer após a chamada de smp.DistributedModel, quando a distribuição do módulo 
ocorrer.

• Ao acessar diretamente os parâmetros dos módulos distribuídos, observe que o peso não tem o 
mesmo formato do módulo original. Por exemplo: 

with smp.tensor_parallelism(): 
    linear = nn.Linear(60, 60)

# will pass
assert tuple(linear.weight.shape) == (60, 60)

distributed_linear = smp.DistributedModel(linear)

# will fail. the number of input channels will have been divided by smp.tp_size()
assert tuple(distributed_linear.module.weight.shape) == (60, 60)

• O uso de torch.utils.data.distributed.DistributedSampler é altamente 
recomendado para paralelismo de tensores. Isso garante que cada classificação em paralelo de 
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dados receba o mesmo número de amostras de dados, o que evita interrupções que possam 
resultar de diferentes dp_ranks realizando um número de etapas diferentes.

• Se você usar a join API da DistributedDataParallel classe PyTorch's para lidar com casos 
em que diferentes classificações paralelas de dados têm números diferentes de lotes, você ainda 
precisa garantir que as classificações que estão na mesma TP_GROUP tenham o mesmo número 
de lotes; caso contrário, os coletivos de comunicação usados na execução distribuída de módulos 
podem travar. Classificações que estão em diferentes TP_GROUPs podem ter diferentes números 
de lotes, desde que a API do join seja usada.

• Se você quiser que seu modelo tenha um ponto de verificação e usar o paralelismo de tensores, 
considere o seguinte:

• Para evitar paradas e condições de corrida ao salvar e carregar modelos ao usar o paralelismo 
de tensores, certifique-se de chamar as funções apropriadas dos seguintes estados do modelo e 
do otimizador dentro de uma classificação de paralelismo de dados reduzidos.

• Se você estiver fazendo a transição de um script em paralelo do pipeline existente e 
habilitando o tensor em paralelo para o script, certifique-se de modificar qualquer bloco de if 
smp.dp_rank() == 0 usado para salvar e carregar os blocos de if smp.rdp_rank() == 
0. Caso contrário, isso pode fazer com que a tarefa de treinamento pare.

Para obter mais informações sobre o ponto de verificação de um modelo com paralelismo de 
tensores, consulte the section called “Pontos de verificação de um modelo distribuído”.

Solução de problemas de paralelismo do modelo

Se você encontrar um erro, você pode usar a listagem a seguir para tentar solucionar o problema do 
seu trabalho de treinamento. Se o problema persistir, entre em contato com o suporte da AWS.

Tópicos

• Considerações sobre o uso do SageMaker Debugger com a Model Parallelism Library SageMaker

• Salvando pontos de verificação

• Convergência usando modelos paralelos e TensorFlow

• Trabalhos de treinamento distribuídos parados ou com falhas

• Recebendo erro NCCL para um PyTorch Training Job

• Recebendo RecursionError para um PyTorch Training Job
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Considerações sobre o uso do SageMaker Debugger com a Model Parallelism Library SageMaker

SageMaker O depurador não está disponível para a biblioteca de paralelismo de SageMaker 
modelos. O depurador está habilitado por padrão para todos os trabalhos SageMaker TensorFlow e 
trabalhos de PyTorch treinamento, e você pode ver um erro parecido com o seguinte:

FileNotFoundError: [Errno 2] No such file or directory: '/opt/ml/checkpoints/
metadata.json.sagemaker-uploading

Para corrigir esse problema, desabilite o Depurador passando o debugger_hook_config=False
ao criar um framework estimator, conforme mostrado no exemplo a seguir.

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"

# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, 
 checkpoint_in_bucket)

estimator = TensorFlow( 
    ... 

    distribution={"smdistributed": {"modelparallel": { "enabled": True }}}, 
    checkpoint_s3_uri=checkpoint_s3_bucket, 
    checkpoint_local_path="/opt/ml/checkpoints", 
    debugger_hook_config=False
)

Salvando pontos de verificação

Você pode encontrar o seguinte erro ao salvar pontos de verificação de um modelo grande em 
SageMaker:

InternalServerError: We encountered an internal error. Please try again

Isso pode ser causado por uma SageMaker limitação durante o upload do ponto de verificação local 
para o Amazon S3 durante o treinamento. Para desativar o ponto de verificação SageMaker, use o 
exemplo a seguir para fazer o upload explícito dos pontos de verificação.
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Se você se deparar com o erro anterior, não use checkpoint_s3_uri com a SageMaker
estimator chamada. Ao salvar pontos de verificação para modelos maiores, recomendamos salvar 
os pontos de verificação em um diretório personalizado e passá-los para a função auxiliar (como um 
argumento local_path).

import os

def aws_s3_sync(source, destination): 
    """aws s3 sync in quiet mode and time profile""" 
    import time, subprocess 
    cmd = ["aws", "s3", "sync", "--quiet", source, destination] 
    print(f"Syncing files from {source} to {destination}") 
    start_time = time.time() 
    p = subprocess.Popen(cmd, stdout=subprocess.PIPE, stderr=subprocess.PIPE) 
    p.wait() 
    end_time = time.time() 
    print("Time Taken to Sync: ", (end_time-start_time)) 
    return

def sync_local_checkpoints_to_s3(local_path="/opt/ml/checkpoints", 
 s3_uri=os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', '')))+'/
checkpoints'): 
    """ sample function to sync checkpoints from local path to s3 """ 

    import boto3 
    #check if local path exists 
    if not os.path.exists(local_path): 
        raise RuntimeError("Provided local path {local_path} does not exist. Please 
 check") 

    #check if s3 bucket exists 
    s3 = boto3.resource('s3') 
    if not s3_uri.startswith("s3://"): 
        raise ValueError(f"Provided s3 uri {s3_uri} is not valid.") 

    s3_bucket = s3_uri.replace('s3://','').split('/')[0] 
    print(f"S3 Bucket: {s3_bucket}") 
    try: 
        s3.meta.client.head_bucket(Bucket=s3_bucket) 
    except Exception as e: 
        raise e 
    aws_s3_sync(local_path, s3_uri) 
    return
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def sync_s3_checkpoints_to_local(local_path="/opt/ml/checkpoints", 
 s3_uri=os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', '')))+'/
checkpoints'): 
    """ sample function to sync checkpoints from s3 to local path """ 

    import boto3 
    #try to create local path if it does not exist 
    if not os.path.exists(local_path): 
        print(f"Provided local path {local_path} does not exist. Creating...") 
        try: 
            os.makedirs(local_path) 
        except Exception as e: 
            raise RuntimeError(f"Failed to create {local_path}") 

    #check if s3 bucket exists 
    s3 = boto3.resource('s3') 
    if not s3_uri.startswith("s3://"): 
        raise ValueError(f"Provided s3 uri {s3_uri} is not valid.") 

    s3_bucket = s3_uri.replace('s3://','').split('/')[0] 
    print(f"S3 Bucket: {s3_bucket}") 
    try: 
        s3.meta.client.head_bucket(Bucket=s3_bucket) 
    except Exception as e: 
        raise e 
    aws_s3_sync(s3_uri, local_path) 
    return

Uso de funções auxiliares:

#base_s3_uri - user input s3 uri or save to model directory (default)
#curr_host - to save checkpoints of current host
#iteration - current step/epoch during which checkpoint is saved

# save checkpoints on every node using local_rank
if smp.local_rank() == 0: 
    base_s3_uri = os.path.dirname(os.path.dirname(os.getenv('SM_MODULE_DIR', ''))) 
    curr_host = os.environ['SM_CURRENT_HOST'] 
    full_s3_uri = f'{base_s3_uri}/checkpoints/{curr_host}/{iteration}' 
    sync_local_checkpoints_to_s3(local_path=checkpoint_dir, s3_uri=full_s3_uri)
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Convergência usando modelos paralelos e TensorFlow

Quando você usa o treinamento de SageMaker vários nós TensorFlow e a biblioteca de paralelismo 
do modelo, a perda pode não convergir conforme o esperado, pois a ordem dos arquivos de entrada 
de treinamento pode ser diferente em cada nó. Isso pode fazer com que diferentes classificações 
no mesmo grupo de paralelismo do modelo funcionem em arquivos de entrada diferentes, causando 
inconsistências. Para evitar isso, certifique-se de que os arquivos de entrada sejam ordenados da 
mesma forma em todas as classificações antes de serem convertidos em TensorFlow conjuntos 
de dados. Uma maneira de fazer isso é classificar os nomes dos arquivos de entrada no script de 
treinamento.

Trabalhos de treinamento distribuídos parados ou com falhas

Se seu trabalho de treinamento apresentar problemas de parada, falhas ou problemas de resposta, 
leia os itens de solução de problemas a seguir para identificar a causa do problema. Se precisar de 
mais suporte, entre em contato com a equipe de treinamento SageMaker distribuída por meio do
AWSSupport.

• Se você observar a paralisação de um trabalho de treinamento distribuído na etapa de inicialização 
da NCCL, considere o seguinte:

• Se você estiver usando uma das instâncias habilitadas para EFA (instâncias ml.p4d ou
ml.p3dn) com uma VPC personalizada e sua sub-rede, certifique-se de que o grupo de 
segurança usado tenha conexões de entrada e saída para todas as portas de e para o mesmo 
SG. Geralmente, você também precisa de conexões de saída para qualquer IP como uma regra 
separada (para acesso à Internet). Para ver instruções sobre como adicionar regras de entrada 
e saída para comunicação EFA, consulte SageMaker paralisação do trabalho de treinamento 
distribuído durante a inicialização.

• Se você observar a paralisação de um trabalho de treinamento distribuído ao verificar pontos 
de verificação no modelo completo, isso pode ocorrer porque a chamada state_dict() no 
modelo ou no otimizador não foi feita em todas as classificações com rdp_rank()==0 (ao usar 
o paralelismo de tensor) ou dp_rank()==0 (ao usar apenas o paralelismo de pipeline). Essas 
classificações precisam se comunicar para construir o ponto de verificação a ser salvo. Problemas 
de paralisação semelhantes também podem ocorrer quando o otimizador parcial de ponto de 
verificação shard_optimizer_state está ativado.

Para obter mais informações sobre como definir pontos de verificação do paralelismo de um 
modelo, consulte Instruções gerais para salvar e carregar e Apontando um PyTorch modelo 
distribuído (para a biblioteca de paralelismo de SageMaker modelos entre v1.6.0 e v1.9.0).
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• Se o trabalho de treinamento falhar com um erro de memória CUDA, isso significa que a 
configuração de treinamento distribuída precisa ser ajustada para se adequar ao modelo no cluster 
da GPU. Para obter mais informações e práticas recomendadas, consulte Configuração correta 
para um determinado modelo.

• Se o trabalho de treinamento falhar com um erro ECC incorrigível, isso significa que uma das 
GPUs do cluster está com defeito. Se precisar de suporte técnico, compartilhe o ARN do trabalho 
com a equipe AWS e reinicie seu trabalho de treinamento a partir de um ponto de verificação, se 
possível.

• Em casos raros, uma configuração do trabalho que funcionou anteriormente, mas está próxima 
dos limites da memória da GPU, pode falhar posteriormente com um cluster diferente devido a 
um erro de memória do CUDA. Isso pode ocorrer porque algumas GPUs têm menos memória 
disponível do que o normal devido a erros de ECC.

• Pode ocorrer uma falha no tempo limite da rede ao executar uma tarefa de multinós que não usa 
todas as GPUs do nó. Para contornar isso, use todas as GPUs no nó, garantindo que o parâmetro
processes_per_host seja definido como o número de GPUs em cada instância. Por exemplo, 
isso é processes_per_host=8 para instâncias ml.p3.16xlarge, ml.p3dn.24xlarge, e
ml.p4d.24xlarge.

• Se você achar que seu trabalho de treinamento leva muito tempo durante a fase de download de 
dados, certifique-se de que o caminho do Amazon S3 que você forneceu checkpoint_s3_uri
para a SageMaker Estimator aula seja exclusivo para o trabalho de treinamento atual. Se esse 
caminho for reutilizado em vários trabalhos de treinamento executados simultaneamente, todos 
esses pontos de verificação serão carregados e baixados para o mesmo caminho do Amazon S3 e 
poderão aumentar significativamente o tempo de carregamento do ponto de verificação.

• Use o FSx for Lustre ao lidar com dados e modelos grandes.

• Se seu conjunto de dados for grande e sua busca levar muito tempo, recomendamos manter seu 
conjunto de dados no FSx for Lustre.

• Quando os modelos de treinamento tiverem mais do que 10 bilhões de parâmetros, 
recomendamos o uso do FSx for Lustre para pontos de verificação.

• Depois de criar um sistema de arquivos, aguarde até que o status fique disponível antes de 
iniciar um trabalho de treinamento com ele.

Recebendo erro NCCL para um PyTorch Training Job

Se você encontrou o erro a seguir, ele pode ser devido à uma execução de processamento que está 
ficando sem memória da GPU.
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NCCL error in: ../torch/lib/c10d/ProcessGroupNCCL.cpp:825, unhandled system error, NCCL 
 version 2.7.8
ncclSystemError: System call (socket, malloc, munmap, etc) failed.

Você pode resolver isso reduzindo o tamanho do lote ou active_microbatches. Se o 
particionamento automático não estiver resultando em um particionamento bem balanceado, 
talvez seja necessário considerar o particionamento manual. Para ter mais informações, consulte
Paralelismo de pipeline entre os nós.

Recebendo RecursionError para um PyTorch Training Job

A biblioteca não suporta chamadas super.forward() dentro da chamada de avanço de um 
módulo. Se você usa o super.forward(), você poderá receber a seguinte mensagem de erro:

RecursionError: maximum recursion depth exceeded

Para corrigir o erro, em vez de chamar super.forward(), você deve chamar
super()._orig_forward().

Exemplos de cadernos de treinamento SageMaker distribuídos da Amazon

Os estudos de caso e cadernos a seguir fornecem exemplos de implementação de bibliotecas 
de treinamento SageMaker distribuídas para as estruturas de aprendizado profundo (PyTorch, 
TensorFlow, e HuggingFace) e modelos compatíveis, como CNN e MaskrCNN para visão e BERT 
para processamento de linguagem natural.

Esses cadernos são fornecidos no  GitHub repositório de SageMaker exemplos. Você também pode 
procurá-los no site SageMaker de exemplos.

Blogs e estudos de caso

Os blogs a seguir discutem estudos de caso sobre o uso das bibliotecas de treinamento SageMaker 
distribuídas.

A biblioteca SageMaker de paralelismo de dados

• Permita um treinamento mais rápido com a biblioteca paralela de SageMaker dados da Amazon,
AWSMachine Learning Blog (05 de dezembro de 2023)

• Como treinei 10 TB para difusão estável SageMaker no Medium (29 de novembro de 2022)
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• Execute o PyTorch Lightning e o PyTorch DDP nativo no Amazon SageMaker Training, com o 
Amazon Search, AWSMachine Learning Blog (18 de agosto de 2022)

• Treinando o YOLOv5 AWS com PyTorch a biblioteca paralela de dados SageMaker distribuídos,
Medium (6 de maio de 2022)

• Acelere o treinamento de EfficientNet modelos SageMaker com PyTorch e com a biblioteca 
paralela de dados SageMaker distribuídos, Medium (21 de março de 2022)

• Acelere o EfficientNet treinamento AWS com a biblioteca paralela de dados SageMaker 
distribuídos, Towards Data Science (12 de janeiro de 2022)

• Hyundai reduz o tempo de treinamento de modelos de ML para modelos de direção autônoma 
usando a Amazon SageMaker, Blog AWS de Machine Learning (25 de junho de 2021)

• Treinamento distribuído: Treine o BART/T5 para resumir usando Transformers e Amazon, o site 
SageMaker Hugging Face (8 de abril de 2021)

A biblioteca de SageMaker paralelismo de modelos

• Novas melhorias de desempenho na biblioteca de paralelismo de SageMaker modelos da 
Amazon, AWSMachine Learning Blog (16 de dezembro de 2022)

• Treine modelos gigantescos com escalabilidade quase linear usando paralelismo de dados 
fragmentados na Amazon, SageMaker Machine AWSLearning Blog (31 de outubro de 2022)

PyTorchExemplos

A biblioteca SageMaker de paralelismo de dados

• CNN com PyTorch e a biblioteca de SageMaker paralelismo de dados

• BERT com PyTorch e a biblioteca de SageMaker paralelismo de dados

A biblioteca de SageMaker paralelismo de modelos

• Treine o GPT-2 com escala quase linear usando a técnica de paralelismo de dados fragmentados 
na biblioteca de paralelismo de modelos SageMaker

• Ajuste o GPT-2 com escala quase linear usando a técnica de paralelismo de dados fragmentados 
na biblioteca de paralelismo de modelos SageMaker

• Treine o GPT-Neox-20b com escala quase linear usando a técnica de paralelismo de dados 
fragmentados na biblioteca de paralelismo de modelos SageMaker
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• Treine o GPT-J 6B usando as técnicas de paralelismo de dados fragmentados e paralelismo de 
tensores na biblioteca de paralelismo de modelos SageMaker

• Treine o FLAN-T5 com escala quase linear usando a técnica de paralelismo de dados 
fragmentados na biblioteca de paralelismo de modelos SageMaker

• Treine o Falcon com escala quase linear usando a técnica de paralelismo de dados fragmentados 
na biblioteca de paralelismo de modelos SageMaker

TensorFlowExemplos

A biblioteca SageMaker de paralelismo de dados

• CNN com TensorFlow 2.3.1 e a biblioteca de paralelismo de SageMaker dados

• BERT com TensorFlow 2.3.1 e a biblioteca de SageMaker paralelismo de dados

A biblioteca de SageMaker paralelismo de modelos

• CNN com TensorFlow 2.3.1 e a biblioteca de paralelismo de SageMaker modelos

HuggingFaceExemplos

Os SageMaker exemplos a seguir HuggingFace estão disponíveis no repositório de HuggingFace 
notebooks.

A biblioteca SageMaker de paralelismo de dados

• HuggingFace Treinamento paralelo de dados distribuídos em PyTorch on SageMaker - Resposta 
distribuída de perguntas

• HuggingFace Treinamento paralelo de dados distribuídos em PyTorch on SageMaker - Resumo de 
texto distribuído

• HuggingFace Treinamento paralelo de dados distribuídos TensorFlow em um SageMaker

A biblioteca de SageMaker paralelismo de modelos

• HuggingFace com biblioteca de paralelismo de modelos TensorFlow distribuídos Treinamento em 
SageMaker
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Exemplos de como acessar ou baixar o caderno de treinamento SageMaker 
distribuído

Siga as instruções para acessar ou baixar os cadernos de exemplo de treinamento SageMaker 
distribuídos.

Opção 1: usar uma instância de SageMaker notebook

Para usar os exemplos acima mencionados, recomendamos que você use uma instância de 
SageMaker notebook da Amazon. Uma instância de notebook executa o Jupyter Notebook e 
JupyterServer aplicativos em instâncias do Amazon EC2, que são otimizadas para aprendizado de 
máquina. Se você não tiver uma instância ativa do notebook, siga as instruções Criar uma instância 
de caderno no guia do SageMaker desenvolvedor para criar uma.

Depois de criar uma instância, na página Instâncias do Notebook do SageMaker console, faça o 
seguinte:

1. Abra o JupyterLab.

2. Selecione o ícone de exemplos 

( ) 
na bandeja da esquerda.

3. Procure os exemplos de treinamento e procure cadernos com títulos Paralelismo de Dados 
Distribuídos ou Paralelismo de Modelo Distribuído.

Opção 2: clonar o repositório de SageMaker exemplo na instância do SageMaker Studio ou do 
notebook

Para baixar e usar os blocos de notas de exemplo mencionados acima, faça o seguinte para clonar 
os repositórios de exemplo: GitHub

1. Abra um terminal.

2. Na linha de comando, navegue até a SageMaker pasta.

cd SageMaker

3. Clone o  GitHub repositório SageMaker de exemplos.
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git clone https://github.com/aws/amazon-sagemaker-examples.git

Note

Para baixar os cadernos de HuggingFace exemplo, clone o repositório de HuggingFace 
cadernos: GitHub

git clone https://github.com/huggingface/notebooks huggingface-notebooks

4. Na JupyterLab interface, navegue até a amazon-sagemaker-examples pasta.

5. Na pasta training/distributed_training, há pastas para frameworks e, em cada 
uma delas, há pastas para data_parallel e model_parallel. Escolha o exemplo de sua 
preferência e siga as instruções para iniciar o treinamento distribuído com uma biblioteca de 
treinamento SageMaker distribuída.

Computação distribuída com SageMaker as melhores práticas

Esta página de melhores práticas apresenta vários tipos de computação distribuída para trabalhos de 
machine learning (ML) em geral. O termo computação distribuída nesta página abrange treinamento 
distribuído para tarefas de machine learning e computação paralela para processamento de dados, 
geração de dados, engenharia de atributos e aprendizado por reforço. Nesta página, discutimos 
sobre os desafios comuns da computação distribuída e as opções disponíveis em SageMaker 
Treinamento e SageMaker Processamento. Para obter materiais de leitura adicionais sobre 
computação distribuída, consulte O que é computação distribuída?.

Você pode configurar tarefas de ML para serem executadas de forma distribuída em vários nós 
(instâncias), aceleradores (GPUs NVIDIA, chips Trainium AWS) e núcleos de vCPU. Quando 
executar a computação distribuída, você pode atingir uma variedade de objetivos, como operações 
de computação mais rápidas, lidar com grandes conjuntos de dados ou treinar grandes modelos de 
ML.

A lista a seguir aborda os desafios comuns que você pode enfrentar quando executar um trabalho de 
treinamento de ML em grande escala.

• Você precisa tomar decisões sobre como distribuir a computação, dependendo das tarefas de ML, 
das bibliotecas de software que você deseja usar e dos recursos computacionais.
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• Nem todas as tarefas de ML são fáceis de distribuir. Além disso, nem todas as bibliotecas de ML 
oferecem suporte à computação distribuída.

• A computação distribuída pode nem sempre resultar em um aumento linear na eficiência 
computacional. Em particular, você precisa identificar se a E/S de dados e a comunicação entre 
GPUs têm gargalos ou causam sobrecarga.

• A computação distribuída pode perturbar os processos numéricos e alterar a precisão do modelo. 
Especificamente para o treinamento de redes neurais paralelas a dados, quando você altera o 
tamanho do lote global ao aumentar a escala verticalmente para um cluster de computação maior, 
também precisa ajustar a taxa de aprendizado adequadamente.

SageMaker fornece soluções de treinamento distribuídas para facilitar esses desafios em vários 
casos de uso. Escolha uma das opções a seguir que melhor se adequa ao seu caso de uso.

Tópicos

• Opção 1: usar um algoritmo SageMaker integrado que ofereça suporte ao treinamento distribuído

• Opção 2: executar um código ML personalizado no ambiente SageMaker gerenciado de 
treinamento ou processamento

• Opção 3: escrever seu próprio código de treinamento distribuído personalizado

• Opção 4: iniciar vários trabalhos em paralelo ou sequencialmente

Opção 1: usar um algoritmo SageMaker integrado que ofereça suporte ao treinamento 
distribuído

SageMaker fornece algoritmos integrados que você pode usar imediatamente por meio do 
SageMaker console ou do SDK do SageMaker Python. Usando os algoritmos integrados, você 
não precisa perder tempo personalizando códigos, entendendo a ciência por trás dos modelos ou 
executando o Docker em instâncias provisionadas do Amazon EC2.

Um subconjunto dos algoritmos SageMaker integrados oferece suporte ao treinamento distribuído. 
Para verificar se o algoritmo de sua escolha oferece suporte ao treinamento distribuído, consulte 
a coluna Paralelizável na tabela Informações comuns sobre algoritmos integrados. Alguns dos 
algoritmos oferecem suporte ao treinamento distribuído em várias instâncias, enquanto os demais 
algoritmos paralelizáveis oferecem suporte à paralelização em várias GPUs em uma única instância, 
conforme indicado na coluna Paralelizável.
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Opção 2: executar um código ML personalizado no ambiente SageMaker gerenciado 
de treinamento ou processamento

SageMaker jobs podem instanciar um ambiente de treinamento distribuído para casos de uso e 
estruturas específicos. Esse ambiente funciona como um ready-to-use quadro branco, onde você 
pode trazer e executar seu próprio código de ML.

Se o seu código de ML usa uma estrutura de aprendizado profundo

Você pode iniciar trabalhos de treinamento distribuídos usando o Deep Learning Containers (DLC)
for SageMaker Training, que você pode orquestrar por meio dos módulos dedicados do Python no
SDK do SageMaker Python ou por meio das APIs com,. SageMaker AWS CLIAWS SDK for Python 
(Boto3) SageMaker fornece contêineres de treinamento para estruturas de aprendizado de máquina
PyTorchTensorFlow, incluindo Hugging Face Transformers e Apache MXNet. Você tem duas opções 
para escrever código de aprendizado profundo para treinamento distribuído.

• As bibliotecas de treinamento SageMaker distribuídas

As bibliotecas de treinamento SageMaker distribuídas propõem código AWS gerenciado para 
paralelismo de dados de redes neurais e paralelismo de modelos. SageMaker o treinamento 
distribuído também vem com clientes lançadores integrados ao SDK do SageMaker Python, e 
você não precisa criar um código de lançamento paralelo. Para saber mais, consulte a biblioteca
SageMakerde paralelismo de dados e a biblioteca de paralelismo SageMaker de modelos.

• Bibliotecas de treinamento distribuído de código aberto

As estruturas de código aberto têm seus próprios mecanismos de distribuição, como
DistributedDataParallelism (DDP) em PyTorch ou tf.distribute módulos em. TensorFlow 
Você pode optar por executar essas estruturas de treinamento distribuídas nos contêineres da 
estrutura SageMaker gerenciada. Por exemplo, o código de exemplo para treinar o MaskRCNN 
SageMaker mostra como usar o PyTorch DDP no contêiner da estrutura e o Horovod no contêiner 
da SageMaker PyTorch estrutura. SageMaker TensorFlow

SageMaker Os contêineres de ML também vêm com o MPI pré-instalado, para que você possa 
paralelizar seu script de ponto de entrada usando mpi4py. Usar os contêineres de treinamento 
integrados MPI é uma ótima opção quando você inicia um lançador de treinamento distribuído de 
terceiros ou escreve código paralelo ad-hoc no SageMaker ambiente de treinamento gerenciado.

Notas para treinamento de rede neural paralela a dados em GPUs
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• Escale para paralelismo com várias GPUs e várias máquinas quando apropriado

Frequentemente, executamos trabalhos de treinamento de redes neurais em instâncias de várias 
CPUs ou GPUs. Cada instância baseada em GPU geralmente contém vários dispositivos de GPU. 
Consequentemente, a computação distribuída de GPU pode ocorrer em uma única instância de 
GPU com várias GPUs (treinamento de várias GPUs de nó único) ou em várias instâncias de 
GPU com vários núcleos de GPU em cada uma (treinamento de vários nós com várias GPUs). O 
treinamento em instância única é mais fácil de escrever código e depurar, e o throughput entre 
nós de GPU para GPU geralmente é mais rápido do que a taxa de transferência de GPU para 
GPU entre nós. Portanto, é uma boa ideia escalar o paralelismo de dados verticalmente primeiro 
(usar uma instância de GPU com várias GPUs) e expandir para várias instâncias de GPU, se 
necessário. Isso pode não se aplicar aos casos em que o orçamento da CPU é alto (por exemplo, 
uma grande workload para pré-processamento de dados) e quando a proporção CPU/GPU de 
uma instância com várias GPUs é muito baixa. Em todos os casos, você precisa experimentar 
diferentes combinações de tipos de instância com base em suas próprias necessidades de 
treinamento de ML e workload.

• Monitore a qualidade da convergência

Ao treinar uma rede neural com paralelismo de dados, aumentar o número de GPUs e manter 
constante o tamanho do minilote por GPU leva ao aumento do tamanho do minilote global para o 
processo de gradiente descendente estocástico (MSGD) do minilote. Sabe-se que o tamanho dos 
minilotes do MSGD afeta o ruído descendente e a convergência. Para escalar adequadamente e 
preservar a precisão, você precisa ajustar outros hiperparâmetros, como a taxa de aprendizado 
[Goyal et al. (2017)].

• Monitorar gargalos de E/S

À medida que você aumenta o número de GPUs, o throughput do armazenamento de leitura e 
gravação também deve aumentar. Certifique-se de que sua fonte de dados e seu pipeline não se 
tornem gargalos.

• Modifique seu script de treinamento conforme necessário

Os scripts de treinamento escritos para treinamento com uma única GPU devem ser modificados 
para treinamento com vários nós e várias GPUs. Na maioria das bibliotecas de paralelismo de 
dados, a modificação do script é necessária para fazer o seguinte.

• Atribua lotes de dados de treinamento a cada GPU.

• Use um otimizador que possa lidar com cálculos de gradientes e atualizações de parâmetros em 
várias GPUs.
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• Atribua a responsabilidade do ponto de verificação a um host e GPU específicos.

Se seu código de ML envolver processamento tabular de dados

PySpark é uma interface Python do Apache Spark, que é uma estrutura de computação distribuída 
de código aberto. PySpark tem sido amplamente adotado para processamento distribuído de 
dados tabulares para cargas de trabalho de produção em grande escala. Se você quiser executar 
o código tabular de processamento de dados, considere usar os  PySpark contêineres SageMaker 
de processamento e executar trabalhos paralelos. Você também pode executar trabalhos de 
processamento de dados paralelamente usando APIs SageMaker de SageMaker treinamento e 
processamento no Amazon SageMaker Studio Classic, que é integrado ao Amazon EMR e. AWS 
Glue

Opção 3: escrever seu próprio código de treinamento distribuído personalizado

Quando você envia um trabalho de treinamento ou processamento para SageMaker, as APIs 
de SageMaker treinamento e SageMaker processamento iniciam instâncias computacionais do 
Amazon EC2. Você pode personalizar o ambiente de treinamento e processamento nas instâncias 
executando seu próprio contêiner do Docker ou instalando bibliotecas adicionais nos contêineres 
AWS gerenciados. Para obter mais informações sobre o Docker with SageMaker Training, consulte
Adaptar seu próprio contêiner Docker para trabalhar SageMaker e Criar um contêiner com seus 
próprios algoritmos e modelos. Para obter mais informações sobre o Docker with SageMaker 
Processing, consulte Use seu próprio código de processamento.

Cada ambiente SageMaker de trabalho de treinamento contém um arquivo de configuração em/
opt/ml/input/config/resourceconfig.json, e cada ambiente SageMaker de trabalho 
de processamento contém um arquivo de configuração semelhante em/opt/ml/config/
resourceconfig.json. Seu código pode ler esse arquivo para encontrar hostnames e 
estabelecer comunicações entre nós. Para saber mais, incluindo o esquema do arquivo JSON, 
consulte Configuração de treinamento distribuído e Como o Amazon SageMaker Processing 
configura seu contêiner de processamento. Você também pode instalar e usar bibliotecas de 
computação distribuída de terceiros, como Ray ou DeepSpeed in SageMaker.

Você também pode usar SageMaker Treinamento e SageMaker Processamento para executar 
cálculos distribuídos personalizados que não exijam comunicação entre trabalhadores. Na literatura 
de computação, essas tarefas são frequentemente descritas como embaraçosamente paralelas
ou que não compartilham nada. Os exemplos incluem processamento paralelo de arquivos 
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de dados, treinamento de modelos em paralelo em configurações diferentes ou execução de 
inferência em lote em uma coleção de registros. Você pode paralelizar trivialmente esses casos 
de uso sem compartilhar nada com a Amazon. SageMaker Quando você inicia uma tarefa de 
SageMaker treinamento ou SageMaker processamento em um cluster com vários nós, SageMaker 
por padrão, replica e inicia seu código de treinamento (em Python ou Docker) em todos os nós. 
Tarefas que exigem distribuição aleatória de dados de entrada entre esses vários nós podem ser
S3DataDistributionType=ShardedByS3Key facilitadas definindo a configuração de entrada de 
dados da SageMaker TrainingInput API.

Opção 4: iniciar vários trabalhos em paralelo ou sequencialmente

Você também pode distribuir um fluxo de trabalho de computação de ML em tarefas computacionais 
paralelas ou sequenciais menores, cada uma representada por seu próprio trabalho de SageMaker 
treinamento ou SageMaker processamento. Dividir uma tarefa em vários trabalhos pode ser benéfico 
para as seguintes situações ou tarefas:

• Quando você tem canais de dados e entradas de metadados específicos (como hiperparâmetros, 
configuração do modelo ou tipos de instância) para cada subtarefa.

• Quando você implementa etapas de repetição em nível de subtarefa.

• Quando você varia a configuração das subtarefas ao longo da workload, como ao treinar para 
aumentar o tamanho dos lotes.

• Quando você precisa executar uma tarefa de ML que demore mais do que o tempo máximo de 
treinamento permitido para um único trabalho de treinamento (máximo de 28 dias).

• Quando diferentes etapas de um fluxo de trabalho computacional exigem tipos de instância 
diferentes.

Para o caso específico da pesquisa por hiperparâmetros, use o ajuste SageMaker automatizado 
do modelo. SageMaker O Automated Model Tuning é um orquestrador de pesquisa de parâmetros 
sem servidor que inicia vários trabalhos de treinamento em seu nome, de acordo com uma lógica de 
pesquisa que pode ser aleatória, bayesiana ou. HyperBand

Além disso, para orquestrar vários trabalhos de treinamento, você também pode considerar 
ferramentas de orquestração de fluxo de trabalho, como Pipelines SageMaker , Step AWSFunctions
e Apache Airflow, suportadas pelo Amazon Managed Workflows for Apache Airflow (MWAA) e 
Workflows. SageMaker
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Compilador SageMaker de treinamento da Amazon

Use o Amazon SageMaker Training Compiler para treinar modelos de aprendizado profundo (DL) 
com mais rapidez em instâncias de GPU escaláveis gerenciadas pela. SageMaker

O que é o SageMaker Training Compiler?

Os modelos S de aprendizado tate-of-the-art profundo (DL) consistem em redes neurais complexas 
de várias camadas com bilhões de parâmetros que podem levar milhares de horas de GPU para 
serem treinados. Otimizar tais modelos na infraestrutura de treinamento requer amplo conhecimento 
em aprendizado profundo (DL) e engenharia de sistemas; isso é desafiador mesmo para casos de 
uso específicos. Embora existam implementações de código aberto de compiladores que otimizam 
o processo de treinamento de DL, elas podem não ter a flexibilidade de integrar frameworks de DL a 
alguns hardwares, como instâncias de GPU.

SageMaker O Training Compiler é um recurso SageMaker que faz essas hard-to-implement 
otimizações para reduzir o tempo de treinamento em instâncias de GPU. O compilador otimiza os 
modelos de DL para acelerar o treinamento usando instâncias de GPU SageMaker de aprendizado 
de máquina (ML) com mais eficiência. SageMaker O Training Compiler está disponível sem custo 
adicional SageMaker e pode ajudar a reduzir o tempo total faturável à medida que acelera o 
treinamento.

SageMaker O Training Compiler é integrado aos AWS Deep Learning Containers (DLCs). Usando 
os AWS DLCs habilitados para o SageMaker Training Compiler, você pode compilar e otimizar 
trabalhos de treinamento em instâncias de GPU com o mínimo de alterações em seu código. Traga 
seus modelos de aprendizado profundo SageMaker e habilite o SageMaker Training Compiler 
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para acelerar a velocidade de seu trabalho de treinamento em instâncias de SageMaker ML para 
computação acelerada.

Como funciona

SageMaker O Training Compiler converte modelos de DL de sua representação de linguagem de 
alto nível em instruções otimizadas para hardware. Especificamente, o SageMaker Training Compiler 
aplica otimizações em nível de gráfico, otimizações em nível de fluxo de dados e otimizações de 
back-end para produzir um modelo otimizado que usa recursos de hardware com eficiência. Como 
resultado, você pode treinar seus modelos mais rapidamente do que quando você os treina sem 
compilação.

É um processo de duas etapas para ativar o SageMaker Training Compiler para seu trabalho de 
treinamento:

1. Traga seu próprio script de DL e, se necessário, adapte-o para compilar e treinar com o 
SageMaker Training Compiler. Para saber mais, consulte Usar o seu próprio modelo de 
aprendizado profundo.

2. Crie um objeto SageMaker estimador com o parâmetro de configuração do compilador usando o 
SDK do Python SageMaker .

a. Ative o SageMaker Training Compiler adicionando
compiler_config=TrainingCompilerConfig() à classe do SageMaker estimador.

b. Ajuste os hiperparâmetros (batch_sizeelearning_rate) para maximizar o benefício que o 
SageMaker Training Compiler oferece.

A compilação por meio do SageMaker Training Compiler altera a pegada de memória do 
modelo. Mais comumente, isso se manifesta como uma redução na utilização de memória e 
um aumento consequente no tamanho do lote (batch size) mais alto que pode ser acomodado 
na GPU. Em alguns casos, o compilador promove o armazenamento em cache de forma 
inteligente, o que leva a uma diminuição no maior tamanho de lote que pode caber na GPU. 
Observe que, se você quiser alterar o tamanho do lote, deverá ajustar a taxa de aprendizagem 
adequadamente.

Para obter uma referência sobre batch_size testados para modelos populares, consulte
Modelos testados.

Ao ajustar o tamanho do lote, você também precisa ajustá-lo learning_rate
adequadamente. Para obter as melhores práticas para ajustar a taxa de aprendizagem 
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junto com a alteração no tamanho do lote, consulte the section called “Melhores práticas e 
considerações”.

c. Ao executar o método estimator.fit() class, SageMaker compila seu modelo e inicia o 
trabalho de treinamento.

Para obter instruções sobre como iniciar um trabalho de treinamento, consulte Ativar compilador 
SageMaker de treinamento.

SageMaker O Training Compiler não altera o modelo final treinado, ao mesmo tempo que permite 
acelerar o trabalho de treinamento usando com mais eficiência a memória da GPU e ajustando 
um lote maior por iteração. O modelo final treinado do trabalho de treinamento acelerado pelo 
compilador é idêntico ao do trabalho de treinamento normal.

Tip

SageMaker O Training Compiler só compila modelos de DL para treinamento em instâncias 
de GPU compatíveis gerenciadas pelo. SageMaker Para compilar seu modelo para inferência 
e implantá-lo para execução em qualquer lugar na nuvem e na borda, use o compilador
SageMaker Neo.

Tópicos

• Frameworks compatíves com Regiões da AWS, tipos de instância e modelos testados

• Usar o seu próprio modelo de aprendizado profundo

• Ativar compilador SageMaker de treinamento

• SageMaker Exemplos de notebooks e blogs de compilador de treinamento

• SageMaker Práticas recomendadas e considerações sobre o Training Compiler

• SageMaker Perguntas frequentes sobre o compilador de treinamento

• SageMaker Solução de problemas do compilador de treinamento

• Notas da Versão do Amazon SageMaker Training Compiler
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Frameworks compatíves com Regiões da AWS, tipos de instância e 
modelos testados

Antes de usar o SageMaker Training Compiler, verifique se sua estrutura preferida é compatível, se 
os tipos de instância estão disponíveis em sua AWS conta e se sua AWS conta está em uma das 
suportadasRegiões da AWS.

Note

SageMaker O Training Compiler está disponível no SageMaker Python SDK v2.70.0 ou 
posterior.

Estruturas compatíveis

SageMaker O Training Compiler oferece suporte às seguintes estruturas de aprendizado profundo e 
está disponível por meio do AWS Deep Learning Containers.

Tópicos

• PyTorch

• TensorFlow

PyTorch

Framework Versão do framework Contêineres de 
aprendizado profundo

Extensível para 
personalização do 
Docker

PyTorch PyTorch v1.13.1 763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.1 
2.0-gpu-py38-cu113 
-ubuntu20.04-sagem 
aker pytorch-trcomp-
training

Não
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Framework Versão do framework Contêineres de 
aprendizado profundo

Extensível para 
personalização do 
Docker

PyTorch v1.12.0 763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.1 
3.1-gpu-py39-cu117 
-ubuntu20.04-sagem 
aker pytorch-trcomp-
training

Não

Transformadores 
v4.21.1

PyTorch v1.11.0

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.1 
1.0-transformers4. 
21.1-gpu-py38-
cu113-ubuntu20.04 
huggingface-pytorch-
trcomp-training

NãoPyTorch com Hugging 
Face Transformers

Transformadores 
v4.17.0

PyTorch v1.10.2

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.1 
0.2-transformers4. 
17.0-gpu-py38-
cu113-ubuntu20.04 
huggingface-pytorch-
trcomp-training

Não
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Framework Versão do framework Contêineres de 
aprendizado profundo

Extensível para 
personalização do 
Docker

Transformadores 
v4.11.0

PyTorch v1.9.0

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:1.9 
.0-transformers4.1 
1.0-gpu-py38-
cu111-ubuntu20.04 
huggingface-pytorch-
training-comp

Não

TensorFlow

Framework Versão do framework Contêineres de 
aprendizado profundo

Extensível para 
personalização do 
Docker

TensorFlow v2.11.0 763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/tensorflow-t 
raining:2.11.0-gpu-
py39-cu112-ubuntu 
20.04-sagemaker

Sim

TensorFlow v2.10.0 763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/tensorflow-t 
raining:2.10.0-gpu-
py39-cu112-ubuntu 
20.04-sagemaker

Sim

TensorFlow

TensorFlow v2.9.1 763104351884.dkr.e 
cr.<region>.amazonaw 
s.com/tensorflow-t 

Sim
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Framework Versão do framework Contêineres de 
aprendizado profundo

Extensível para 
personalização do 
Docker

raining:2.9.1-gpu- 
py39-cu112-ubuntu2 
0.04-sagemaker

Transformadores 
v4.17.0

TensorFlow v2.6.3

763104351884.dkr.e 
cr. <region>. 
amazonaws.com/:2.6 
.3-transformers4.1 
7.0-gpu-py38-
cu112-ubuntu20.04 
huggingface-tensor 
flow-trcomp-training

NãoTensorFlow com 
Hugging Face 
Transformers

Transformadores 
v4.11.0

TensorFlow v2.5.1

763104351884.dkr.e 
cr. huggingface-
tensorflow-
training-
comp <region>. 
amazonaws.com/:2.5 
.1-transformers4.1 
1.0-gpu-py37-cu112-
ubuntu18.04

Não

Para obter mais informações, consulte Imagens disponíveis no  GitHub repositório AWS Deep 
Learning Containers.

Regiões da AWS

Os SageMaker Training Compiler Containers estão disponíveis Regiões da AWS onde os AWSDeep 
Learning Containers estão em serviço, exceto nas regiões da China.
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Tipos de instâncias compatíveis

SageMaker O Training Compiler foi testado e é compatível com os seguintes tipos de instância de 
ML.

• Instâncias P4

• Instâncias P3

• Instâncias G4dn

• Instâncias G5

Para especificações dos tipos de instância, consulte a seção Computação acelerada na página Tipos 
de instância do Amazon EC2. Para obter informações sobre preços de instâncias, consulte Amazon 
SageMaker Pricing.

Se você encontrou uma mensagem de erro semelhante à seguinte, siga as instruções em Solicitar 
um aumento da cota de serviço para SageMaker recursos.

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded) when calling
the CreateTrainingJob operation: The account-level service limit 'ml.p3dn.24xlarge
for training job usage' is 0 Instances, with current utilization of 0 Instances
and a request delta of 1 Instances.
Please contact AWS support to request an increase for this limit.

Modelos testados

A tabela a seguir inclui uma lista dos modelos que foram testados com o SageMaker Training 
Compiler. Para referência, o maior tamanho de lote que cabe na memória também está incluído junto 
com outros parâmetros de treinamento. SageMaker O Training Compiler pode alterar a pegada de 
memória do processo de treinamento do modelo; como resultado, um lote maior geralmente pode 
ser usado durante o processo de treinamento, diminuindo ainda mais o tempo total de treinamento. 
Em alguns casos, o SageMaker Training Compiler promove o armazenamento em cache de forma 
inteligente, o que leva a uma diminuição no maior tamanho do lote que cabe na GPU. Você precisa 
reajustar os hiperparâmetros do seu modelo e encontrar um tamanho de lote (batch size) ideal para o 
seu caso. Para economizar tempo, use as tabelas de referência a seguir para pesquisar um tamanho 
de lote que pode ser um bom ponto de partida para seu caso de uso.
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Note

Os tamanhos dos lotes são tamanhos de lote locais que cabem em cada GPU individual no 
respectivo tipo de instância. Você também deve ajustar a taxa de aprendizagem ao alterar o 
tamanho do lote.

PyTorch 1.13.1

Modelos de processamento de linguagem natural (PLN)

Os modelos a seguir são testados para trabalhos de treinamento para todas as combinações de 
nó único e vários nós com núcleos de GPU únicas ou várias e precisão mista automática (AMP), 
conforme indicado.

Nó único/vários nós GPU única/várias GPUs

Modelo Conjunto 
de dados

Tipo de 
instância

Precisão Comprimen 
to da 
sequência

Tamanho 
do lote 
para 
framework 
s nativos

Tamanho 
do lote 
para o 
SageMaker 
Training 
Compiler

albert-ba 
se-v2

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 80 192

albert-ba 
se-v2

wikitext-2-
raw-v1

g5.4xlarge float16 128 128 332

albert-ba 
se-v2

wikitext-2-
raw-v1

p3.2xlarge float16 128 80 224

bert-base-
uncased

wikitext-2-
raw-v1

g5.4xlarge float16 128 160 288

camembert 
-base

wikitext-2-
raw-v1

g5.4xlarge float16 128 160 280
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Nó único/vários nós GPU única/várias GPUs

Modelo Conjunto 
de dados

Tipo de 
instância

Precisão Comprimen 
to da 
sequência

Tamanho 
do lote 
para 
framework 
s nativos

Tamanho 
do lote 
para o 
SageMaker 
Training 
Compiler

distilbert-
base-un 
cased

wikitext-2-
raw-v1

g5.4xlarge float16 128 240 472

destilgpt2 wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 77 128

destilgpt2 wikitext-2-
raw-v1

g5.4xlarge float16 128 138 390

destilgpt2 wikitext-2-
raw-v1

p3.2xlarge float16 128 96 256

distilrob 
erta-base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 96 192

distilrob 
erta-base

wikitext-2-
raw-v1

g5.4xlarge float16 128 171 380

distilrob 
erta-base

wikitext-2-
raw-v1

p3.2xlarge float16 128 112 256

gpt2 wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 52 152

gpt2 wikitext-2-
raw-v1

g5.4xlarge float16 128 84 240

gpt2 wikitext-2-
raw-v1

p3.2xlarge float16 128 58 164
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Nó único/vários nós GPU única/várias GPUs

Modelo Conjunto 
de dados

Tipo de 
instância

Precisão Comprimen 
to da 
sequência

Tamanho 
do lote 
para 
framework 
s nativos

Tamanho 
do lote 
para o 
SageMaker 
Training 
Compiler

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 48 128

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

g5.4xlarge float16 128 84 207

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

p3.2xlarge float16 128 53 133

roberta-b 
ase

wikitext-2-
raw-v1

g5.4xlarge float16 128 125 224

facebook/ 
bart-base

xsum g4dn.16xl 
arge

float16 128 10 16

facebook/ 
bart-base

xsum g5.4xlarge float16 128 16 32

facebook/ 
bart-large

xsum g5.4xlarge float16 128 5 8

facebook/ 
bart-large

xsum p3.2xlarge float16 128 2 4

xlm-rober 
ta-base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 16 31
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Nó único/vários nós GPU única/várias GPUs

Modelo Conjunto 
de dados

Tipo de 
instância

Precisão Comprimen 
to da 
sequência

Tamanho 
do lote 
para 
framework 
s nativos

Tamanho 
do lote 
para o 
SageMaker 
Training 
Compiler

xlm-rober 
ta-base

wikitext-2-
raw-v1

p3.2xlarge float16 128 18 50

xlnet-base-
cased

wikitext-2-
raw-v1

g5.4xlarge float16 128 128 240

bert-base-
uncased

wikitext- 
103-v1

g5.48xlar 
ge

float16 512 29 50

distilbert-
base-un 
cased

wikitext- 
103-v1

g5.48xlar 
ge

float16 512 45 64

gpt2 wikitext- 
103-v1

g5.48xlar 
ge

float16 512 18 45

roberta-b 
ase

wikitext- 
103-v1

g5.48xlar 
ge

float16 512 23 44

gpt2 wikitext- 
103-v1

p4d.24xla 
rge

float16 512 36 64

Modelos de visão computacional (CV)

Testado usando o TensorFlowModel Garden com precisão mista automática (AMP), conforme 
indicado.
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Nó único/múltiplo GPU único/múltiplo

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

ResNet152 food101 g4dn.16xl 
arge

float16 128 144

ResNet152 food101 g5.4xlarge float16 128 192

ResNet152 food101 p3.2xlarge float16 152 156

ViT food101 g4dn.16xl 
arge

float16 512 512

ViT food101 g5.4xlarge float16 992 768

ViT food101 p3.2xlarge float16 848 768

PyTorch 1.12.0

Modelos de processamento de linguagem natural (PLN)

Os modelos a seguir são testados para trabalhos de treinamento para todas as combinações de 
nó único e vários nós com núcleos de GPU únicas ou várias e precisão mista automática (AMP), 
conforme indicado.
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Nó único/vários nós GPU única/várias GPUs

Modelo Conjunto 
de dados

Tipo de 
instância

Precisão Comprimen 
to da 
sequência

Tamanho 
do lote 
para 
framework 
s nativos

Tamanho 
do lote 
para o 
SageMaker 
Training 
Compiler

albert-ba 
se-v2

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 128 248

bert-base-
uncased

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 160 288

camembert 
-base

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 160 279

camembert 
-base

wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 105 164

destilgpt2 wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 136 256

destilgpt2 wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 80 118

gpt2 wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 84 240

gpt2 wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 80 119

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 93 197
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Amazon SageMaker Guia do Desenvolvedor

Nó único/vários nós GPU única/várias GPUs

Modelo Conjunto 
de dados

Tipo de 
instância

Precisão Comprimen 
to da 
sequência

Tamanho 
do lote 
para 
framework 
s nativos

Tamanho 
do lote 
para o 
SageMaker 
Training 
Compiler

microsoft 
/deberta- 
base

wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 113 130

roberta-b 
ase

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 125 224

roberta-b 
ase

wikitext-2-
raw-v1

ml.p3.2xl 
arge

float16 128 78 112

xlnet-base-
cased

wikitext-2-
raw-v1

ml.g5.2xl 
arge

float16 128 138 240

bert-base-
uncased

wikitext- 
103-v1

ml.p4d.24 
xlarge

float16 512   52

distilbert-
base-un 
cased

wikitext- 
103-v1

ml.p4d.24 
xlarge

float16 512   160

gpt2 wikitext- 
103-v1

ml.p4d.24 
xlarge

float16 512   25

roberta-b 
ase

wikitext- 
103-v1

ml.p4d.24 
xlarge

float16 512   64

TensorFlow2.11.0

Modelos de visão computacional (CV)
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Testado usando o TensorFlowModel Garden com precisão mista automática (AMP), conforme 
indicado.

Nó único/múltiplo GPU único/múltiplo

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

Máscara 
RCNN - 50-
FPN ResNet

COCO-2017 ml.g5.2xlarge float16 6 8

Máscara 
RCNN - 50-
FPN ResNet

COCO-2017 ml.p3.2xlarge float16 4 6

ResNet50 ImageNet ml.g5.2xlarge float16 192 256

ResNet50 ImageNet ml.p3.2xlarge float16 256 256

ResNet101 ImageNet ml.g5.2xlarge float16 128 256

ResNet101 ImageNet ml.p3.2xlarge float16 128 128

ResNet152 ImageNet ml.g5.2xlarge float16 128 224

ResNet152 ImageNet ml.p3.2xlarge float16 128 128

VisionTra 
nsformer

ImageNet ml.g5.2xlarge float16 112 144

VisionTra 
nsformer

ImageNet ml.p3.2xlarge float16 96 128

Modelos de processamento de linguagem natural (PLN)
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Testado usando modelos Transformadores com Sequence_Len=128 e Precisão Mista Automática 
(AMP), conforme indicado.

Nó único/múltiplo GPU único/múltiplo

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

albert-base-
v2

wikitext-2-
raw-v1

ml.g5.2xlarge float16 160 197

albert-base-
v2

wikitext-2-
raw-v1

ml.p3.2xlarge float16 95 127

bert-base-
uncased

wikitext-2-
raw-v1

ml.g5.2xlarge float16 160 128

bert-base-
uncased

wikitext-2-
raw-v1

ml.p3.2xlarge float16 104 111

bert-large-
uncased

wikitext-2-
raw-v1

ml.g5.2xlarge float16 65 48

bert-large-
uncased

wikitext-2-
raw-v1

ml.p3.2xlarge float16 40 35

camembert-
base

wikitext-2-
raw-v1

ml.g5.2xlarge float16 128 162

camembert-
base

wikitext-2-
raw-v1

ml.p3.2xlarge float16 105 111

distilbert-
base-un 
cased

wikitext-2-
raw-v1

ml.g5.2xlarge float16 256 264
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Nó único/múltiplo GPU único/múltiplo

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

distilbert-
base-un 
cased

wikitext-2-
raw-v1

ml.p3.2xlarge float16 128 169

gpt2 wikitext-2-
raw-v1

ml.g5.2xlarge float16 128 120

gpt2 wikitext-2-
raw-v1

ml.p3.2xlarge float16 80 83

jplu/ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

ml.g5.2xlarge float16 32 32

jplu/ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

ml.p3.2xlarge float16 32 36

microsoft/
mpnet-base

wikitext-2-
raw-v1

ml.g5.2xlarge float16 144 160

microsoft/
mpnet-base

wikitext-2-
raw-v1

ml.p3.2xlarge float16 106 110

roberta-base wikitext-2-
raw-v1

ml.g5.2xlarge float16 128 128

roberta-base wikitext-2-
raw-v1

ml.p3.2xlarge float16 72 98

albert-base-
v2

wikitext-2-
raw-v1

ml.g5.48x 
large

float16 128 192
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Nó único/múltiplo GPU único/múltiplo

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

albert-base-
v2

wikitext-2-
raw-v1

ml.p3.16x 
large

float16 95 96

distilbert-
base-un 
cased

wikitext-2-
raw-v1

ml.g5.48x 
large

float16 256 256

distilbert-
base-un 
cased

wikitext-2-
raw-v1

ml.p3.16x 
large

float16 140 184

google/ 
electra-small-
discriminator

wikitext-2-
raw-v1

ml.g5.48x 
large

float16 256 384

google/ 
electra-small-
discriminator

wikitext-2-
raw-v1

ml.p3.16x 
large

float16 256 268

gpt2 wikitext-2-
raw-v1

ml.g5.48x 
large

float16 116 116

gpt2 wikitext-2-
raw-v1

ml.p3.16x 
large

float16 85 83

gpt2 wikitext-2-
raw-v1

ml.p4d.24 
xlarge

float16 94 110

microsoft/
mpnet-base

wikitext-2-
raw-v1

ml.g5.48x 
large

float16 187 164
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Nó único/múltiplo GPU único/múltiplo

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

microsoft/
mpnet-base

wikitext-2-
raw-v1

ml.p3.16x 
large

float16 106 111

TensorFlow2.10.0

Modelos de visão computacional (CV)

Testado usando o TensorFlowModel Garden com precisão mista automática (AMP), conforme 
indicado.

Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

Detection 
Transformer- 
ResNet 50

COCO-2017 ml.g4dn.2 
xlarge

float32 2 4

Detection 
Transformer- 
ResNet 50

COCO-2017 ml.g5.2xlarge float32 3 6

Detection 
Transformer- 
ResNet 50

COCO-2017 ml.p3.2xlarge float32 2 4
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Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

Máscara 
RCNN - 50-
FPN ResNet

COCO-2017 ml.g4dn.2 
xlarge

float16 4 6

Máscara 
RCNN - 50-
FPN ResNet

COCO-2017 ml.g5.2xlarge float16 6 8

Máscara 
RCNN - 50-
FPN ResNet

COCO-2017 ml.g5.48x 
large

float16 48 64

Máscara 
RCNN - 50-
FPN ResNet

COCO-2017 ml.p3.2xlarge float16 4 6

ResNet50 ImageNet ml.g4dn.2 
xlarge

float16 224 256

ResNet50 ImageNet ml.g5.2xlarge float16 192 160

ResNet50 ImageNet ml.g5.48x 
large

float16 2048 2048

ResNet50 ImageNet ml.p3.2xlarge float16 224 160

ResNet101 ImageNet ml.g4dn.2 
xlarge

float16 160 128

ResNet101 ImageNet ml.g5.2xlarge float16 192 256
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Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

ResNet101 ImageNet ml.g5.48x 
large

float16 2048 2048

ResNet101 ImageNet ml.p3.2xlarge float16 160 224

ResNet152 ImageNet ml.g4dn.2 
xlarge

float16 128 128

ResNet152 ImageNet ml.g5.2xlarge float16 192 224

ResNet152 ImageNet ml.g5.48x 
large

float16 1536 1792

ResNet152 ImageNet ml.p3.2xlarge float16 128 160

VisionTra 
nsformer

ImageNet ml.g4dn.2 
xlarge

float16 80 128

VisionTra 
nsformer

ImageNet ml.g5.2xlarge float16 112 144

VisionTra 
nsformer

ImageNet ml.g5.48x 
large

float16 896 1152

VisionTra 
nsformer

ImageNet ml.p3.2xlarge float16 80 128

Modelos de processamento de linguagem natural (PLN)

Testado usando modelos Transformadores com Sequence_Len=128 e Precisão Mista Automática 
(AMP), conforme indicado.
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Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

albert-base-
v2

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 128 112

albert-base-
v2

wikitext-2-
raw-v1

p3.2xlarge float16 128 128

albert-base-
v2

wikitext-2-
raw-v1

p3.8xlarge float16 128 135

albert-base-
v2

wikitext-2-
raw-v1

g5.4xlarge float16 128 191

bert-base-
uncased

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 64 94

bert-base-
uncased

wikitext-2-
raw-v1

p3.2xlarge float16 96 101

bert-base-
uncased

wikitext-2-
raw-v1

p3.8xlarge float16 96 96

bert-base-
uncased

wikitext-2-
raw-v1

g5.4xlarge float16 128 128

bert-large-
uncased

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 35 21

bert-large-
uncased

wikitext-2-
raw-v1

p3.2xlarge float16 39 26
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Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

bert-large-
uncased

wikitext-2-
raw-v1

g5.4xlarge float16 60 50

camembert-
base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 96 90

camembert-
base

wikitext-2-
raw-v1

p3.2xlarge float16 96 98

camembert-
base

wikitext-2-
raw-v1

p3.8xlarge float16 96 96

camembert-
base

wikitext-2-
raw-v1

g5.4xlarge float16 128 128

distilbert-
base-un 
cased

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 256 160

distilbert-
base-un 
cased

wikitext-2-
raw-v1

p3.2xlarge float16 128 176

distilbert-
base-un 
cased

wikitext-2-
raw-v1

p3.8xlarge float16 128 160

distilbert-
base-un 
cased

wikitext-2-
raw-v1

g5.4xlarge float16 256 258
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Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

google_ 
electra-small-
discriminator

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 256 216

google_ 
electra-small-
discriminator

wikitext-2-
raw-v1

p3.2xlarge float16 256 230

google_ 
electra-small-
discriminator

wikitext-2-
raw-v1

p3.8xlarge float16 256 224

google_ 
electra-small-
discriminator

wikitext-2-
raw-v1

g5.4xlarge float16 256 320

gpt2 wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 80 64

gpt2 wikitext-2-
raw-v1

p3.2xlarge float16 80 77

gpt2 wikitext-2-
raw-v1

p3.8xlarge float16 80 72

gpt2 wikitext-2-
raw-v1

g5.4xlarge float16 128 120

jplu_ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 28 24
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Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

jplu_ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

p3.2xlarge float16 32 24

jplu_ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

p3.8xlarge float16 32 26

jplu_ tf-xlm-ro 
berta-base

wikitext-2-
raw-v1

g5.4xlarge float16 66 52

microsoft 
_mpnet-base

wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 96 92

microsoft 
_mpnet-base

wikitext-2-
raw-v1

p3.2xlarge float16 96 101

microsoft 
_mpnet-base

wikitext-2-
raw-v1

p3.8xlarge float16 96 101

microsoft 
_mpnet-base

wikitext-2-
raw-v1

g5.4xlarge float16 128 152

roberta-base wikitext-2-
raw-v1

g4dn.16xl 
arge

float16 64 72

roberta-base wikitext-2-
raw-v1

p3.2xlarge float16 64 84

roberta-base wikitext-2-
raw-v1

p3.8xlarge float16 64 86
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Amazon SageMaker Guia do Desenvolvedor

Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de 
instância

Precisão Tamanho 
do lote para 
frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

roberta-base wikitext-2-
raw-v1

g5.4xlarge float16 128 128

TensorFlow2.9.1

Testado usando o TensorFlowModel Garden com precisão mista automática (AMP).

Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de instância Tamanho do lote 
para frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

ResNet50 ImageNet ml.g4dn.2xlarge 192 256*

ml.g4dn.2xlarge 128 160

ml.g5.2xlarge 224 256*

ResNet101 ImageNet

ml.p3.16xlarge 1536 1792

ml.g5.2xlarge 192 224

ml.p3.2xlarge 160 160

ResNet152 ImageNet

ml.p3.16xlarge 1024 1.280

VisionTra 
nsformer

ImageNet ml.g4dn.2xlarge 80 128*
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Nó único GPU única/várias GPU

Modelo Conjunto de 
dados

Tipo de instância Tamanho do lote 
para frameworks 
nativos

Tamanho do 
lote para o 
SageMaker 
Training 
Compiler

ml.g5.2xlarge 112 128*

ml.p3.2xlarge 56 128*

ml.p3.16xlarge 640 1024*

ml.g4dn.2xlarge 2 2

ml.g5.2xlarge 3 6

ml.p3.2xlarge 2 4

Detection 
Transformer- 
ResNet 50

COCO-2017

ml.p3.16xlarge 8 32

ml.g4dn.2xlarge 4 4

ml.g5.2xlarge 6 8

Máscara RCNN - 
50-FPN ResNet

COCO-2017

ml.p3.2xlarge 4 6

* Os tamanhos de lote marcados com o símbolo de asterisco (*) indicam o maior tamanho de 
lote testado pela equipe de desenvolvedores do SageMaker Training Compiler. Para as células 
marcadas, a instância pode caber em um tamanho de lote maior do que o indicado.

Transformers 4.21.1 com 1.11.0 PyTorch

Testado com Sequence_Len=512 precisão mista automática (AMP).
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Nó único GPU única

Modelo Conjunto de 
dados

Tipo de 
instância

Contagem de 
instâncias

Tamanho 
do lote para 
frameworks 
nativos

Tamanho 
do lote para 
o Training 
Compiler

ml.g4dn.2 
xlarge

1 14 28

ml.g5.2xlarge 1 18 40

albert-base-
v2

wikitext-2

ml.p3.2xlarge 1 14 32

ml.g4dn.2 
xlarge

1 12 24

ml.g5.2xlarge 1 28 44

bert-base-
cased

wikitext-2

ml.p3.2xlarge 1 16 20

ml.g4dn.2 
xlarge

1 16 28

ml.g5.2xlarge 1 24 40

camembert-
base

wikitext-2

ml.p3.2xlarge 1 16 24

ml.g4dn.2 
xlarge

1 28 52

ml.g5.2xlarge 1 40 76

wikitext-2

ml.p3.2xlarge 1 32 48

distilbert-
base-un 
cased

wikitext-103-
v1

ml.p4d.24 
xlarge

4 82 160

destilgpt2 wikitext-2 ml.g4dn.2 
xlarge

1 6 18
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Nó único GPU única

Modelo Conjunto de 
dados

Tipo de 
instância

Contagem de 
instâncias

Tamanho 
do lote para 
frameworks 
nativos

Tamanho 
do lote para 
o Training 
Compiler

ml.g5.2xlarge 1 12 28

ml.p3.2xlarge 1 6 16

ml.g4dn.2 
xlarge

1 20 40

ml.g5.2xlarge 1 28 56

distilroberta-
base

wikitext-2

ml.p3.2xlarge 1 24 40

ml.g4dn.2 
xlarge

1 4 8

ml.g5.2xlarge 1 6 14

EleutherA 
I/gpt-neo 
-125M

wikitext-2

ml.p3.2xlarge 1 4 10

ml.g4dn.2 
xlarge

1 4 8

ml.g5.2xlarge 1 6 16

wikitext-2

ml.p3.2xlarge 1 4 10

gpt2

wikitext-103-
v1

ml.p4d.24 
xlarge

4 13 25

ml.g4dn.2 
xlarge

1 12 20

ml.g5.2xlarge 1 24 36

roberta-base wikitext-2

ml.p3.2xlarge 1 12 20
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Nó único GPU única

Modelo Conjunto de 
dados

Tipo de 
instância

Contagem de 
instâncias

Tamanho 
do lote para 
frameworks 
nativos

Tamanho 
do lote para 
o Training 
Compiler

wikitext-103-
v1

ml.p4d.24 
xlarge

4 36 64

ml.g4dn.2 
xlarge

1 2 6

ml.g5.2xlarge 1 2 10

xlnet-base-
cased

wikitext-2

ml.p3.2xlarge 1 2 8

2 32 64

4 32 64

8 32 64

bert-base-
uncased

wikitext-103-
v1

ml.p4d.24 
xlarge

16 32 64

roberta-large wikitext-103-
v1

ml.p4d.24 
xlarge

4 16 24

microsoft/
deberta-v3-
base

wikitext-103-
v1

ml.p4d.24 
xlarge

16 9 23

Transformers 4.17.0 com 1.10.2 PyTorch

Testado com Sequence_Len=512 precisão mista automática (AMP).
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Nó único GPU única

Modelo Tipo de instância Tamanho do lote para 
frameworks nativos

Tamanho do lote para 
o Training Compiler

ml.p3.2xlarge 14 28albert-base-v2

ml.g4dn.2xlarge 14 24

ml.p3.2xlarge 16 24bert-base-cased

ml.g4dn.2xlarge 12 24

ml.p3.2xlarge 16 24bert-base-uncased

ml.g4dn.2xlarge 12 28

ml.p3.2xlarge 12 24camembert-base

ml.g4dn.2xlarge 12 28

ml.p3.2xlarge 28 48distilbert-base-un 
cased

ml.g4dn.2xlarge 24 52

ml.p3.2xlarge 6 12destilgpt2

ml.g4dn.2xlarge 6 14

ml.p3.2xlarge 20 40distilroberta-base

ml.g4dn.2xlarge 12 40

ml.p3.2xlarge 2 10EleutherAI/gpt-neo 
-125M

ml.g4dn.2xlarge 2 8

ml.p3.2xlarge 2 6facebook/bart-base

ml.g4dn.2xlarge 2 6

gpt2 ml.p3.2xlarge 4 8
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Nó único GPU única

Modelo Tipo de instância Tamanho do lote para 
frameworks nativos

Tamanho do lote para 
o Training Compiler

ml.g4dn.2xlarge 2 8

ml.p3.2xlarge 12 20roberta-base

ml.g4dn.2xlarge 12 20

ml.p3.2xlarge 2 8xlnet-base-cased

ml.g4dn.2xlarge 4 6

Transformers 4.11.0 com 1.9.0 PyTorch

Testado com Sequence_Len=512 precisão mista automática (AMP).

Nó único GPU única

Modelo Tipo de instância Tamanho do lote para 
nativo

Tamanho do lote para 
o Training Compiler

albert-base-v2 ml.p3.2xlarge 12 32

bert-base-cased ml.p3.2xlarge 14 24

bert-base-chinese ml.p3.2xlarge 16 24

bert-base-multilingual-
cased

ml.p3.2xlarge 4 16

bert-base-multilingual-
uncased

ml.p3.2xlarge 8 16

bert-base-uncased ml.p3.2xlarge 12 24
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Nó único GPU única

Modelo Tipo de instância Tamanho do lote para 
nativo

Tamanho do lote para 
o Training Compiler

cl-tohoku/ -mascaram 
ento de palavras bert-
base-japanese-whole

ml.p3.2xlarge 12 24

cl-tohoku/ bert-base-
japanese

ml.p3.2xlarge 12 24

distilbert-base-un 
cased

ml.p3.2xlarge 28 32

distilbert-base-un 
cased-finetuned-sst-2-
inglês

ml.p3.2xlarge 28 32

destilgpt2 ml.p3.2xlarge 16 32

facebook/bart-base ml.p3.2xlarge 4 8

gpt2 ml.p3.2xlarge 6 20

nreimers/MiniLMv2- 
L6-H384-distilled- 
from-RoBERTa-Large

ml.p3.2xlarge 20 32

roberta-base ml.p3.2xlarge 12 20

Nó único várias GPUs

Modelo Tipo de instância Tamanho do lote para 
nativo

Tamanho do lote para 
o Training Compiler

bert-base-chinese ml.p3.8xlarge 16 26
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Nó único várias GPUs

Modelo Tipo de instância Tamanho do lote para 
nativo

Tamanho do lote para 
o Training Compiler

bert-base-multilingual-
cased

ml.p3.8xlarge 6 16

bert-base-multilingual-
uncased

ml.p3.8xlarge 6 16

bert-base-uncased ml.p3.8xlarge 14 24

distilbert-base-un 
cased

ml.p3.8xlarge 14 32

destilgpt2 ml.p3.8xlarge 6 32

facebook/bart-base ml.p3.8xlarge 8 16

gpt2 ml.p3.8xlarge 8 20

roberta-base ml.p3.8xlarge 12 20

Transformers 4.17.0 com 2.6.3 TensorFlow

Testado com Sequence_Len=128 precisão mista automática (AMP).

Modelo Tipo de instância Tamanho do lote para 
frameworks nativos

Tamanho do lote para 
o Training Compiler

albert-base-v2 ml.g4dn.16xlarge 136 208

albert-base-v2 ml.g5.4xlarge 219 312

albert-base-v2 ml.p3.2xlarge 152 208

albert-base-v2 ml.p3.8xlarge 152 192

bert-base-uncased ml.g4dn.16xlarge 120 101
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Modelo Tipo de instância Tamanho do lote para 
frameworks nativos

Tamanho do lote para 
o Training Compiler

bert-base-uncased ml.g5.4xlarge 184 160

bert-base-uncased ml.p3.2xlarge 128 108

bert-large-uncased ml.g4dn.16xlarge 37 28

bert-large-uncased ml.g5.4xlarge 64 55

bert-large-uncased ml.p3.2xlarge 40 32

camembert-base ml.g4dn.16xlarge 96 100

camembert-base ml.g5.4xlarge 190 160

camembert-base ml.p3.2xlarge 129 108

camembert-base ml.p3.8xlarge 128 104

distilbert-base-un 
cased

ml.g4dn.16xlarge 210 160

distilbert-base-un 
cased

ml.g5.4xlarge 327 288

distilbert-base-un 
cased

ml.p3.2xlarge 224 196

distilbert-base-un 
cased

ml.p3.8xlarge 192 182

google_ electra-small-
discriminator

ml.g4dn.16xlarge 336 288

google_ electra-small-
discriminator

ml.g5.4xlarge 504 384

google_ electra-small-
discriminator

ml.p3.2xlarge 352 323
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Modelo Tipo de instância Tamanho do lote para 
frameworks nativos

Tamanho do lote para 
o Training Compiler

gpt2 ml.g4dn.16xlarge 89 64

gpt2 ml.g5.4xlarge 140 146

gpt2 ml.p3.2xlarge 94 96

gpt2 ml.p3.8xlarge 96 88

jplu_ tf-xlm-roberta-
base

ml.g4dn.16xlarge 52 16

jplu_ tf-xlm-roberta-
base

ml.g5.4xlarge 64 44

microsoft_mpnet-base ml.g4dn.16xlarge 120 100

microsoft_mpnet-base ml.g5.4xlarge 192 160

microsoft_mpnet-base ml.p3.2xlarge 128 104

microsoft_mpnet-base ml.p3.8xlarge 130 92

roberta-base ml.g4dn.16xlarge 108 64

roberta-base ml.g5.4xlarge 176 142

roberta-base ml.p3.2xlarge 118 100

roberta-base ml.p3.8xlarge 112 88

Transformers 4.11.0 com 2.5.1 TensorFlow

Testado com Sequence_Len=128 precisão mista automática (AMP).
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Nó único GPU única

Modelo Tipo de instância Tamanho do lote para 
nativo

Tamanho do lote para 
o Training Compiler

albert-base-v2 ml.p3.2xlarge 128 128

bart-base ml.p3.2xlarge 12 64

bart-large ml.p3.2xlarge 4 28

bert-base-cased ml.p3.2xlarge 16 128

bert-base-chinese ml.p3.2xlarge 16 128

bert-base-multilingual-
cased

ml.p3.2xlarge 12 64

bert-base-multilingual-
uncased

ml.p3.2xlarge 16 96

bert-base-uncased ml.p3.2xlarge 16 96

bert-large-uncased ml.p3.2xlarge 4 24

cl-tohoku/ bert-base-
japanese

ml.p3.2xlarge 16 128

cl-tohoku/ -mascaram 
ento de palavras bert-
base-japanese-whole

ml.p3.2xlarge 16 128

distilbert-base-sst2 ml.p3.2xlarge 32 128

distilbert-base-un 
cased

ml.p3.2xlarge 32 128

destilgpt2 ml.p3.2xlarge 32 128

gpt2 ml.p3.2xlarge 12 64

Frameworks compatíves com Regiões da AWS, tipos de instância e modelos testados 3959



Amazon SageMaker Guia do Desenvolvedor

Nó único GPU única

Modelo Tipo de instância Tamanho do lote para 
nativo

Tamanho do lote para 
o Training Compiler

gpt2-large ml.p3.2xlarge 2 24

jplu/ tf-xlm-roberta-
base

ml.p3.2xlarge 12 32

roberta-base ml.p3.2xlarge 4 64

roberta-large ml.p3.2xlarge 4 64

t5-base ml.p3.2xlarge 64 64

t5.small ml.p3.2xlarge 128 128

Usar o seu próprio modelo de aprendizado profundo

Este guia explica como adaptar seu script de treinamento para um trabalho de treinamento acelerado 
por compilador. A preparação do seu script de treinamento depende do seguinte:

• Configurações de treinamento, como treinamento de núcleo único ou distribuído.

• Frameworks e bibliotecas que você usa para criar o script de treinamento.

Escolha um dos seguintes tópicos, dependendo do framework que você está utilizando.

Tópicos

• PyTorch

• TensorFlow

Note

Depois de concluir a preparação do script de treinamento, você pode executar um trabalho 
de SageMaker treinamento usando as classes do estimador de SageMaker estrutura. Para 
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obter mais informações, consulte o tópico anterior em Ativar compilador SageMaker de 
treinamento.

PyTorch

Traga seu próprio modelo do PyTorch para o SageMaker e execute o trabalho de treinamento com o 
SageMaker Training Compiler.

Tópicos

• Modelos PyTorch com transformadores Hugging Face

Modelos PyTorch com transformadores Hugging Face

Os modelos PyTorch com Hugging Face Transformers são baseados na API torch.nn.Module do 
PyTorch. O Hugging Face Transformers também fornece classes de Trainer e modelos pré-treinados 
para PyTorch para ajudar a reduzir o esforço de configuração de modelos de processamento 
de linguagem natural (NLP). Depois de preparar seu script de treinamento, você pode iniciar um 
trabalho de treinamento usando o SageMaker PyTorch ou o estimador HuggingFace com a 
configuração do SageMaker Training Compiler quando passar para o próximo tópico em Ativar 
compilador SageMaker de treinamento.

Tip

Quando criar um tokenizador para um modelo de PNL usando Transformers em seu script 
de treinamento, certifique-se de usar uma forma de tensor de entrada estática especificando
padding='max_length'. Não use padding='longest' porque o preenchimento da 
sequência mais longa do lote pode alterar a forma do tensor de cada lote de treinamento. 
A forma de entrada dinâmica pode acionar a recompilação do modelo e aumentar o tempo 
total de treinamento. Para obter mais informações sobre as opções de preenchimento dos 
tokenizadores Transformers, consulte Preenchimento e truncamento na documentação de 
Hugging Face Transformers.

Tópicos

• Modelos de linguagem grandes usando a classe Trainer de Hugging Face Transformers
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• Modelos de linguagem grandes usando PyTorch diretamente (sem a API Hugging Face 
Transformers Trainer)

Modelos de linguagem grandes usando a classe Trainer de Hugging Face Transformers

Se você usa a classe Trainer da biblioteca transformers, não precisa fazer nenhuma alteração 
adicional em seu script de treinamento. O SageMaker Training Compiler compila automaticamente 
seu modelo Trainer se você ativá-lo por meio da classe estimador. O código a seguir mostra a forma 
básica de um script de treinamento do PyTorch com a API Hugging Face Trainer.

from transformers import Trainer, TrainingArguments

training_args=TrainingArguments(**kwargs)
trainer=Trainer(args=training_args, **kwargs)

Tópicos

• Para treinamento em uma única GPU

• Para treinamento distribuído

• Melhores práticas para usar o SageMaker Training Compiler com Trainer

Para treinamento em uma única GPU

Você não precisa alterar o código quando usar a classe transformers.Trainer.

Para treinamento distribuído

PyTorch v1.11.0 e versões posteriores

Para executar um treinamento distribuído com o SageMaker Training Compiler, adicione a 
função_mp_fn() a seguir em seu script de treinamento e agrupe a função main(). As chamadas 
de função _mp_fn(index) do runtime distribuído do SageMaker são redirecionadas para PyTorch 
(pytorchxla) para a função do seu script de treinamento main().

def _mp_fn(index): 
    main()

Essa função aceita o argumento index para indicar a classificação da GPU atual no cluster para 
treinamento distribuído. Para encontrar mais exemplos de scripts, consulte os scripts de exemplo de 
modelagem da linguagem Hugging Face Transformers.
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Para Transformers v4.17 e anteriores com PyTorch v1.10.2 e anteriores

O SageMaker Training Compiler usa um mecanismo alternativo para iniciar um trabalho de 
treinamento distribuído e você não precisa fazer nenhuma modificação em seu script de treinamento. 
Em vez disso, o SageMaker Training Compiler exige que você passe um script de inicialização 
de treinamento distribuído do SageMaker para o argumento entry_point e passe seu script de 
treinamento para o argumento hyperparameters no estimador Hugging Face do SageMaker.

Melhores práticas para usar o SageMaker Training Compiler com Trainer

• Certifique-se de usar os otimizadores SyncFree definindo o argumento optim como
adamw_torch_xla ao configurar Transformers.trainingArgument. Veja também Optimizer na
documentação do Hugging Face Transformers.

• Certifique-se de que a taxa de transferência do pipeline de processamento de dados seja maior do 
que o throughput do treinamento. Você pode ajustar os argumentos dataloader_num_workers
e preprocessing_num_workers da classe transformers.TrainingArgument para fazer isso. 
Normalmente, eles precisam ser maiores ou iguais ao número de GPUs, mas menores que o 
número de CPUs.

Depois de concluir a adaptação do seu roteiro de treinamento, prossiga para the section called 
“Execute trabalhos PyTorch de treinamento com o Training Compiler”.

Modelos de linguagem grandes usando PyTorch diretamente (sem a API Hugging Face Transformers 
Trainer)

Se você tiver um script de treinamento que usa o PyTorch diretamente, precisará fazer alterações 
adicionais no script de treinamento do PyTorch para implementar o PyTorch/XLA. Siga as instruções 
para modificar seu script para configurar adequadamente as primativas PyTorch/XLA.

Tópicos

• Para treinamento em uma única GPU

• Para treinamento distribuído

• Melhores práticas para usar o SageMaker Training Compiler com PyTorch/XLA

Para treinamento em uma única GPU

1. Importe as bibliotecas de otimização.
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import torch_xla
import torch_xla.core.xla_model as xm

2. Altere o dispositivo de destino para XLA em vez de torch.device("cuda")

device=xm.xla_device()

3. Se você estiver usando a Precisão Mista Automática (AMP) do PyTorch, faça o seguinte:

a. Substitua torch.cuda.amp pelo seguinte:

import torch_xla.amp

b. Substitua torch.optim.SGD e torch.optim.Adam por um dos seguintes:

import torch_xla.amp.syncfree.Adam as adam
import torch_xla.amp.syncfree.SGD as SGD

c. Substitua torch.cuda.amp.GradScaler pelo seguinte:

import torch_xla.amp.GradScaler as grad_scaler

4. Se você não estiver usando AMP, substitua optimizer.step() pelo seguinte:

xm.optimizer_step(optimizer)

5. Se estiver usando um carregador de dados distribuído, envolva seu carregador de dados na 
classe ParallelLoader do PyTorch/XLA:

import torch_xla.distributed.parallel_loader as pl
parallel_loader=pl.ParallelLoader(dataloader, [device]).per_device_loader(device)

6. Adicione mark_step no final do ciclo de treinamento quando não estiver usando
parallel_loader:

xm.mark_step()

7. Para verificar seu treinamento, use o método de ponto de verificação do modelo PyTorch/XLA:

xm.save(model.state_dict(), path_to_save)
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Depois de concluir a adaptação do seu roteiro de treinamento, prossiga para the section called 
“Execute trabalhos PyTorch de treinamento com o Training Compiler”.

Para treinamento distribuído

Além das alterações listadas na seção Para treinamento em uma única GPU anterior, adicione as 
seguintes alterações para distribuir adequadamente o workload entre as GPUs.

1. Se estiver usando AMP, adicione all_reduce depois scaler.scale(loss).backward():

gradients=xm._fetch_gradients(optimizer)
xm.all_reduce('sum', gradients, scale=1.0/xm.xrt_world_size())

2. Se você precisar definir variáveis para local_ranks eworld_size, use um código semelhante 
ao seguinte:

local_rank=xm.get_local_ordinal()
world_size=xm.xrt_world_size()

3. Para qualquer world_size (num_gpus_per_node*num_nodes) maior que 1, defina uma 
amostra de treino que deve ser semelhante ao seguinte:

import torch_xla.core.xla_model as xm

if xm.xrt_world_size() > 1: 
    train_sampler=torch.utils.data.distributed.DistributedSampler( 
        train_dataset, 
        num_replicas=xm.xrt_world_size(), 
        rank=xm.get_ordinal(), 
        shuffle=True 
    )

train_loader=torch.utils.data.DataLoader( 
    train_dataset,  
    batch_size=args.batch_size, 
    sampler=train_sampler, 
    drop_last=args.drop_last, 
    shuffle=False if train_sampler else True, 
    num_workers=args.num_workers
)

Usar o seu próprio modelo de aprendizado profundo 3965



Amazon SageMaker Guia do Desenvolvedor

4. Faça as seguintes alterações para garantir que você use o parallel_loader fornecido pelo 
módulotorch_xla distributed .

import torch_xla.distributed.parallel_loader as pl
train_device_loader=pl.MpDeviceLoader(train_loader, device)

As funções train_device_loader são como um carregador PyTorch normal da seguinte 
forma:

for step, (data, target) in enumerate(train_device_loader): 
    optimizer.zero_grad() 
    output=model(data) 
    loss=torch.nn.NLLLoss(output, target) 
    loss.backward()

Com todas essas mudanças, você deve ser capaz de iniciar o treinamento distribuído com 
qualquer modelo do PyTorch sem a API do Transformer Trainer. Observe que essas instruções 
podem ser usadas tanto para várias GPUs de nó único quanto para várias GPUs de vários nós.

5. Para PyTorch v1.11.0 e versões posteriores

Para executar um treinamento distribuído com o SageMaker Training Compiler, adicione a função
_mp_fn() a seguir em seu script de treinamento e agrupe a função main(). As chamadas de 
função _mp_fn(index) do runtime distribuído do SageMaker são redirecionadas para PyTorch 
(pytorchxla) para a função main() do seu script de treinamento.

def _mp_fn(index): 
    main()

Essa função aceita o argumento index para indicar a classificação da GPU atual no cluster para 
treinamento distribuído. Para encontrar mais exemplos de scripts, consulte os scripts de exemplo 
de modelagem da linguagem Hugging Face Transformers.

Para Transformers v4.17 e anteriores com PyTorch v1.10.2 e anteriores

O SageMaker Training Compiler usa um mecanismo alternativo para iniciar um trabalho de 
treinamento distribuído e exige que você passe um script inicializador de treinamento distribuído 
do SageMaker para o argumento entry_point e passe seu script de treinamento para o 
argumento hyperparameters no estimador Hugging Face do SageMaker.
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Depois de concluir a adaptação do seu script de treinamento, prossiga para the section called 
“Execute trabalhos PyTorch de treinamento com o Training Compiler”.

Melhores práticas para usar o SageMaker Training Compiler com PyTorch/XLA

Se quiser aproveitar o compilador de treinamento do SageMaker em seu script de treinamento nativo 
do PyTorch, talvez queira primeiro se familiarizar com o PyTorch em dispositivos XLA. As seções a 
seguir listam algumas das melhores práticas para habilitar o XLA para PyTorch.

Note

Esta seção de melhores práticas pressupõe que você use os seguintes módulos PyTorch/
XLA:

import torch_xla.core.xla_model as xm
import torch_xla.distributed.parallel_loader as pl

Entenda o modo lazy em PyTorch/XLA

Uma diferença significativa entre o PyTorch/XLA e o PyTorch nativo é que o sistema PyTorch/
XLA é executado no modo lazy, enquanto o PyTorch nativo é executado no modo eager. Os 
tensores no modo lazy são espaços reservados para construir o gráfico computacional até que 
sejam materializados após a conclusão da compilação e avaliação. O sistema PyTorch/XLA cria 
o gráfico computacional dinamicamente quando chamamos as APIs do PyTorch para criar a 
computação usando tensores e operadores. O gráfico computacional é compilado e executado 
quando xm.mark_step() é chamado explícita ou implicitamente porpl.MpDeviceLoader/
pl.ParallelLoader, ou quando você solicita explicitamente o valor de um tensor, como, por 
exemplo, chamando loss.item() ou print(loss).

Minimize o número de compilações e execuções  usando pl.MpDeviceLoader/
pl.ParallelLoader e xm.step_closure

Para obter o melhor desempenho, lembre-se das formas possíveis de iniciar a compilação e 
as execuções, conforme descrito em Entenda o modo lazy em PyTorch/XLA e tente minimizar 
o número de compilações e execuções. Idealmente, apenas uma compilação e execução é 
necessária por iteração de treinamento e é iniciada automaticamente pelo pl.MpDeviceLoader/
pl.ParallelLoader. O MpDeviceLoader é otimizado para XLA e sempre deve ser usado, se 
possível, para obter o melhor desempenho. Durante o treinamento, talvez você queira examinar 
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alguns resultados intermediários, como valores de perda. Nesse caso, a impressão de tensores lazy 
deve ser empacotada usando-se xm.add_step_closure() para evitar compilações e execuções 
desnecessárias.

Use AMP e otimizadores syncfree

O treinamento no modo Automatic Mixed Precision (AMP) acelera significativamente sua 
velocidade de treinamento ao aproveitar os núcleos tensores das GPUs NVIDIA. O SageMaker 
Training Compiler fornece otimizadores syncfree que são otimizados para XLA para melhorar o 
desempenho do AMP. Atualmente, os três otimizadores syncfree a seguir estão disponíveis e 
devem ser usados, se possível, para obtenção do melhor desempenho.

torch_xla.amp.syncfree.SGD
torch_xla.amp.syncfree.Adam
torch_xla.amp.syncfree.AdamW

Esses otimizadores syncfree devem ser combinados para escalonamento/desescalonamento de 
gradiente torch_xla.amp.GradScaler.

Tip

A partir do PyTorch 1.13.1, o SageMaker Training Compiler melhora o desempenho ao 
permitir que o PyTorch/XLA substitua automaticamente os otimizadores (como SGD, Adam, 
AdamW) em torch.optim ou transformers.optimization com suas versões sem 
sincronização em torch_xla.amp.syncfree (como torch_xla.amp.syncfree.SGD,
torch_xla.amp.syncfree.Adam, torch_xla.amp.syncfree.AdamW). Você 
não precisa alterar as linhas de código nas quais define otimizadores em seu script de 
treinamento.

TensorFlow

Traga seu próprio modelo do TensorFlow para o SageMaker e execute o trabalho de treinamento 
com o Compilador do Treinamento do SageMaker.

Modelos TensorFlow

O Compilador do Treinamento do SageMaker otimiza automaticamente as workloads de treinamento 
de modelos criadas com base na API nativa do TensorFlow ou na API Keras de alto nível.
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Tip

Para pré-processar seu conjunto de dados de entrada, certifique-se de usar um formato de 
entrada estática. O formato de entradas dinâmicas pode iniciar a recompilação do modelo e 
pode aumentar o tempo total de treinamento.

Usando o Keras (recomendado)

Para obter a melhor aceleração do compilador, recomendamos usar modelos que são subclasses do 
TensorFlow Keras (tf.Keras.Model).

Para treinamento em uma única GPU

Não há nenhuma alteração adicional que você precise fazer no script de treinamento.

Sem o Keras

O Compilador do Treinamento do SageMaker não oferece suporte à execução rápida no TensorFlow. 
Portanto, você deve envolver seu modelo e os loops de treinamento com a função decorador 
(@tf.function) do TensorFlow para aproveitar a aceleração do compilador.

O Compilador de Treinamento do SageMaker executa uma otimização no nível de gráfico e usa 
o decorador para garantir que suas funções do TensorFlow estejam configuradas para serem 
executadas no modo gráfico.

Para treinamento em uma única GPU

O TensorFlow 2.0 ou posterior tem a execução rápida ativada por padrão e, então, você deve 
adicionar o decorador @tf.function na frente de cada função que você usa para construir um 
modelo do TensorFlow.

Modelos do TensorFlow com transformadores Hugging Face

Os modelos do TensorFlow com Transformações do Hugging Face são baseados na API
tf.Keras.model do TensorFlow. Os Transformadores do Hugging Face também fornecem classes 
de modelos pré-treinados para o TensorFlow para ajudar a reduzir o esforço de configuração de 
modelos de processamento de linguagem natural (PLN). Depois de criar seu próprio script de 
treinamento usando a biblioteca de Transformadores, você pode executar o script de treinamento 
usando o estimador HuggingFace com a classe de configuração do Compilador do Treinamento 
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do SageMaker mostrada no tópico anterior em Execute trabalhos TensorFlow de treinamento com o 
SageMaker Training Compiler.

O Compilador do Treinamento do SageMaker otimiza automaticamente as workloads de treinamento 
de modelos criadas sobre a API nativa do TensorFlow ou na API Keras de alto nível, como modelos 
de transformações do TensorFlow.

Tip

Ao criar uma tokenização para um modelo de PNL com o uso de transformações no 
seu script de treinamento, certifique-se de usar uma forma de tensor de entrada estática 
especificando padding='max_length'. Não use padding='longest' porque o 
preenchimento da sequência mais longa do lote pode alterar a forma do tensor de cada 
lote de treinamento. A forma de entrada dinâmica pode iniciar a recompilação do modelo e 
aumentar o tempo total de treinamento. Para obter mais informações sobre as opções de 
preenchimento de tokenização de transformadores, consulte Preenchimento e truncamento
na documentação de Transformadores do Hugging Face.

Tópicos

• Como usar o Keras

• Sem o Keras

Como usar o Keras

Para obter a melhor aceleração do compilador, recomendamos usar modelos que são subclasses do 
TensorFlow Keras (tf.Keras.Model). Conforme observado na página Tour Rápido na documentação 
dos Transformadores do Hugging Face, você pode usar os modelos como modelos regulares do 
TensorFlow Keras.

Para treinamento em uma única GPU

Não há nenhuma alteração adicional que você precise fazer no script de treinamento.

Para treinamento distribuído

A aceleração do Compilador do Treinamento do SageMaker funciona de forma transparente para 
workloads com várias GPUs quando o modelo é construído e treinado usando as APIs do Keras 
dentro do escopo da chamada tf.distribute.Strategy.scope().
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1. Escolha a estratégia correta de treinamento distribuído.

a. Para várias GPUs de nó único, use tf.distribute.MirroredStrategy para configurar a 
estratégia.

strategy = tf.distribute.MirroredStrategy()

b. Para várias GPUs de vários nódulos, adicione o código a seguir para configurar 
adequadamente a configuração de treinamento distribuído do TensorFlow antes de criar a 
estratégia.

def set_sm_dist_config(): 
    DEFAULT_PORT = '8890' 
    DEFAULT_CONFIG_FILE = '/opt/ml/input/config/resourceconfig.json' 
    with open(DEFAULT_CONFIG_FILE) as f: 
        config = json.loads(f.read()) 
        current_host = config['current_host'] 
    tf_config = { 
        'cluster': { 
            'worker': [] 
        }, 
        'task': {'type': 'worker', 'index': -1} 
    } 
    for i, host in enumerate(config['hosts']): 
        tf_config['cluster']['worker'].append("%s:%s" % (host, DEFAULT_PORT)) 
        if current_host == host: 
            tf_config['task']['index'] = i 
    os.environ['TF_CONFIG'] = json.dumps(tf_config)

set_sm_dist_config()

Use tf.distribute.MultiWorkerMirroredStrategy para configurar a estratégia.

strategy = tf.distribute.MultiWorkerMirroredStrategy()

2. Usando a estratégia de sua escolha, conclua o modelo.

with strategy.scope(): 
    # create a model and do fit
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Sem o Keras

Se você quiser trazer modelos personalizados fazendo loops de treinamento personalizados usando 
o TensorFlow sem o Keras, envolva o modelo e o loop de treinamento com a função decorador 
(@tf.function) do TensorFlow para aproveitar a aceleração do compilador.

O Compilador de Treinamento do SageMaker executa uma otimização no nível de gráfico e usa 
o decorador para garantir que suas funções do TensorFlow estejam configuradas para no modo 
gráfico.

Para treinamento em uma única GPU

O TensorFlow 2.0 ou posterior tem a execução rápida ativada por padrão e, então, você deve 
adicionar o decorador @tf.function na frente de cada função que você usa para construir um 
modelo do TensorFlow.

Para treinamento distribuído

Além das alterações necessárias para Usar o Keras para treinamento distribuído, você precisa 
garantir que as funções a serem executadas em cada GPU sejam anotadas com @tf.function, 
enquanto as funções de comunicação entre GPUs não forem anotadas. O código de treinamento de 
exemplo deve se parecer com o seguinte:

@tf.function()
def compiled_step(inputs, outputs): 
    with tf.GradientTape() as tape: 
        pred=model(inputs, training=True) 
        total_loss=loss_object(outputs, pred)/args.batch_size 
    gradients=tape.gradient(total_loss, model.trainable_variables) 
    return total_loss, pred, gradients

def train_step(inputs, outputs): 
    total_loss, pred, gradients=compiled_step(inputs, outputs) 
    if args.weight_decay > 0.: 
        gradients=[g+v*args.weight_decay for g,v in zip(gradients, 
 model.trainable_variables)] 

    optimizer.apply_gradients(zip(gradients, model.trainable_variables)) 

    train_loss.update_state(total_loss) 
    train_accuracy.update_state(outputs, pred)
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@tf.function()
def train_step_dist(inputs, outputs): 
    strategy.run(train_step, args= (inputs, outputs))

Observe que essas instruções podem ser usadas tanto para várias GPUs de nó único quanto para 
várias GPUs de vários nós.

Ativar compilador SageMaker de treinamento

SageMaker O Training Compiler é incorporado ao SageMaker Python SDK e aos Deep Learning 
AWS Containers para que você não precise alterar seus fluxos de trabalho para habilitar o Training 
Compiler. Escolha um dos tópicos abaixo que corresponda ao seu caso de uso.

Tópicos

• Execute trabalhos PyTorch de treinamento com o SageMaker Training Compiler

• Execute trabalhos TensorFlow de treinamento com o SageMaker Training Compiler

Execute trabalhos PyTorch de treinamento com o SageMaker Training Compiler

Você pode usar qualquer uma das SageMaker interfaces para executar um trabalho de treinamento 
com o SageMaker Training Compiler: Amazon SageMaker Studio Classic, Amazon SageMaker 
Notebook Instances e. AWS SDK for Python (Boto3) AWS Command Line Interface

Tópicos

• Usando o SDK do SageMaker Python

• Usando a operação SageMaker CreateTrainingJob de API

Usando o SDK do SageMaker Python

SageMaker O Training Compiler for PyTorch está disponível por meio das classes de estimadores 
de HuggingFaceestrutura SageMaker PyTorche de estrutura. Para ativar o SageMaker Training 
Compiler, adicione o compiler_config parâmetro aos SageMaker estimadores. Importe a classe
TrainingCompilerConfig e passe uma instância dela para o parâmetro compiler_config. 
Os exemplos de código a seguir mostram a estrutura das classes de SageMaker estimadores com o 
SageMaker Training Compiler ativado.
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Tip

Para começar com os modelos pré-construídos fornecidos pela PyTorch ou Transformers, 
tente usar os tamanhos de lote fornecidos na tabela de referência em. Modelos testados

Note

O PyTorch suporte nativo está disponível no SageMaker Python SDK v2.121.0 e versões 
posteriores. Certifique-se de atualizar o SDK do SageMaker Python adequadamente.

Note

A partir da PyTorch v1.12.0, os contêineres do SageMaker Training Compiler para estão 
disponíveis. PyTorch Observe que os contêineres do SageMaker Training Compiler não 
PyTorch são pré-embalados com Hugging Face Transformers. Se precisar instalar a 
biblioteca no contêiner, certifique-se de adicionar o arquivo requirements.txt no diretório 
de origem ao enviar um trabalho de treinamento.
Para PyTorch v1.11.0 e anteriores, use as versões anteriores dos contêineres do SageMaker 
Training Compiler para Hugging Face e. PyTorch
Para obter uma lista completa de versões de framework e informações de contêiner 
correspondentes, consulte the section called “Estruturas compatíveis”.

Para obter informações adequadas ao seu caso de uso, consulte uma das opções a seguir.

Para treinamento em uma única GPU

PyTorch v1.12.0 and later

Para compilar e treinar um PyTorch modelo, configure um SageMaker PyTorch estimador com o 
SageMaker Training Compiler, conforme mostrado no exemplo de código a seguir.

Note

Esse PyTorch suporte nativo está disponível no SageMaker Python SDK v2.120.0 e 
versões posteriores. Certifique-se de atualizar o SDK do SageMaker Python.
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from sagemaker.pytorch import PyTorch, TrainingCompilerConfig

# the original max batch size that can fit into GPU memory without compiler
batch_size_native=12
learning_rate_native=float('5e-5')

# an updated max batch size that can fit into GPU memory with compiler
batch_size=64

# update learning rate
learning_rate=learning_rate_native/batch_size_native*batch_size

hyperparameters={ 
    "n_gpus": 1, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

pytorch_estimator=PyTorch( 
    entry_point='train.py', 
    source_dir='path-to-requirements-file', # Optional. Add this if need to install 
 additional packages. 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    framework_version='1.13.1', 
    py_version='py3', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_estimator.fit()

Hugging Face Transformers with PyTorch v1.11.0 and before

Para compilar e treinar um modelo de transformador PyTorch, configure um SageMaker 
estimador SageMaker Hugging Face com o Training Compiler, conforme mostrado no exemplo de 
código a seguir.

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# the original max batch size that can fit into GPU memory without compiler

Habilitar o Training Compiler 3975



Amazon SageMaker Guia do Desenvolvedor

batch_size_native=12
learning_rate_native=float('5e-5')

# an updated max batch size that can fit into GPU memory with compiler
batch_size=64

# update learning rate
learning_rate=learning_rate_native/batch_size_native*batch_size

hyperparameters={ 
    "n_gpus": 1, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

pytorch_huggingface_estimator=HuggingFace( 
    entry_point='train.py', 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    transformers_version='4.21.1', 
    pytorch_version='1.11.0', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_huggingface_estimator.fit()

Para preparar seu script de treinamento, consulte as páginas a seguir.

• Para treinamento em uma única GPUde um PyTorch modelo usando a API Hugging Face 
Transformers Trainer

• Para treinamento em uma única GPUde um PyTorch modelo sem a API Hugging Face 
Transformers Trainer

Para encontrar end-to-end exemplos, consulte os seguintes cadernos:

• Compile e treine um modelo Trainer do Hugging Face Transformers para perguntas e respostas 
com o conjunto de dados SquAD
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• Compile e treine um modelo Hugging Face BERT Transformer com o conjunto de dados SST 
usando o Training Compiler SageMaker

• Compile e treine um modelo Trainer de classificação binária com o conjunto de dados SST2 
para treinamento de nó único em GPU

Para treinamento distribuído

PyTorch v1.12

Para a PyTorch versão 1.12, você pode executar um treinamento distribuído com o SageMaker 
Training Compiler adicionando a pytorch_xla opção especificada ao distribution
parâmetro da classe do SageMaker PyTorch estimador.

Note

Esse PyTorch suporte nativo está disponível no SageMaker Python SDK v2.121.0 e 
versões posteriores. Certifique-se de atualizar o SDK do SageMaker Python.

from sagemaker.pytorch import PyTorch, TrainingCompilerConfig

# choose an instance type, specify the number of instances you want to use,
# and set the num_gpus variable the number of GPUs per instance.
instance_count=1
instance_type='ml.p3.8xlarge'
num_gpus=4

# the original max batch size that can fit to GPU memory without compiler
batch_size_native=16
learning_rate_native=float('5e-5')

# an updated max batch size that can fit to GPU memory with compiler
batch_size=26

# update learning rate
learning_rate=learning_rate_native/
batch_size_native*batch_size*num_gpus*instance_count

hyperparameters={ 
    "n_gpus": num_gpus, 
    "batch_size": batch_size, 
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    "learning_rate": learning_rate
}

pytorch_estimator=PyTorch( 
    entry_point='your_training_script.py', 
    source_dir='path-to-requirements-file', # Optional. Add this if need to install 
 additional packages. 
    instance_count=instance_count, 
    instance_type=instance_type, 
    framework_version='1.13.1', 
    py_version='py3', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    distribution ={'pytorchxla' : { 'enabled': True }}, 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_estimator.fit()

Tip

Para preparar seu roteiro de treinamento, consulte PyTorch

Transformers v4.21 with PyTorch v1.11

Para a PyTorch versão 1.11 e versões posteriores, o SageMaker Training Compiler está 
disponível para treinamento distribuído com a pytorch_xla opção especificada no parâmetro.
distribution

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# choose an instance type, specify the number of instances you want to use,
# and set the num_gpus variable the number of GPUs per instance.
instance_count=1
instance_type='ml.p3.8xlarge'
num_gpus=4

# the original max batch size that can fit to GPU memory without compiler
batch_size_native=16
learning_rate_native=float('5e-5')
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# an updated max batch size that can fit to GPU memory with compiler
batch_size=26

# update learning rate
learning_rate=learning_rate_native/
batch_size_native*batch_size*num_gpus*instance_count

hyperparameters={ 
    "n_gpus": num_gpus, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

pytorch_huggingface_estimator=HuggingFace( 
    entry_point='your_training_script.py', 
    instance_count=instance_count, 
    instance_type=instance_type, 
    transformers_version='4.21.1', 
    pytorch_version='1.11.0', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    distribution ={'pytorchxla' : { 'enabled': True }}, 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_huggingface_estimator.fit()

Tip

Para preparar seu script de treinamento, consulte as páginas a seguir.

• Para treinamento distribuídode um PyTorch modelo usando a API Hugging Face 
Transformers Trainer

• Para treinamento distribuídode um PyTorch modelo sem a API Hugging Face 
Transformers Trainer
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Transformers v4.17 with PyTorch v1.10.2 and before

Para a versão compatível da PyTorch v1.10.2 e anteriores, o SageMaker Training Compiler 
requer um mecanismo alternativo para iniciar um trabalho de treinamento distribuído. Para 
executar o treinamento distribuído, o SageMaker Training Compiler exige que você passe um 
script de inicialização de treinamento SageMaker distribuído para o entry_point argumento e 
passe seu script de treinamento para o hyperparameters argumento. O exemplo de código a 
seguir mostra como configurar um estimador SageMaker Hugging Face aplicando as alterações 
necessárias.

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# choose an instance type, specify the number of instances you want to use,
# and set the num_gpus variable the number of GPUs per instance.
instance_count=1
instance_type='ml.p3.8xlarge'
num_gpus=4

# the original max batch size that can fit to GPU memory without compiler
batch_size_native=16
learning_rate_native=float('5e-5')

# an updated max batch size that can fit to GPU memory with compiler
batch_size=26

# update learning rate
learning_rate=learning_rate_native/
batch_size_native*batch_size*num_gpus*instance_count

training_script="your_training_script.py"

hyperparameters={ 
    "n_gpus": num_gpus, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate, 
    "training_script": training_script     # Specify the file name of your training 
 script.
}

pytorch_huggingface_estimator=HuggingFace( 
    entry_point='distributed_training_launcher.py',    # Specify the distributed 
 training launcher script. 
    instance_count=instance_count, 
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    instance_type=instance_type, 
    transformers_version='4.17.0', 
    pytorch_version='1.10.2', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

pytorch_huggingface_estimator.fit()

O script Inicializador deve ser semelhante ao seguinte. Ele empacota seu script de treinamento 
e configura o ambiente de treinamento distribuído, dependendo do tamanho da instância de 
treinamento de sua escolha.

# distributed_training_launcher.py

#!/bin/python

import subprocess
import sys

if __name__ == "__main__": 
    arguments_command = " ".join([arg for arg in sys.argv[1:]]) 
    """ 
    The following line takes care of setting up an inter-node communication 
    as well as managing intra-node workers for each GPU. 
    """ 
    subprocess.check_call("python -m torch_xla.distributed.sm_dist " + 
 arguments_command, shell=True)

Tip

Para preparar seu roteiro de treinamento, consulte as páginas a seguir.

• Para treinamento distribuídode um PyTorch modelo usando a API Hugging Face 
Transformers Trainer

• Para treinamento distribuídode um PyTorch modelo sem a API Hugging Face 
Transformers Trainer
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Tip

Para encontrar end-to-end exemplos, consulte os seguintes cadernos:

• Compile e treine o modelo GPT2 usando a API Transformers Trainer com o conjunto de 
dados SST2 para treinamento de várias GPUs de nó único

• Compile e treine o modelo GPT2 usando a API Transformers Trainer com o conjunto de 
dados SST2 para treinamento de várias GPUs de vários nós

A lista a seguir é o conjunto mínimo de parâmetros necessários para executar um trabalho de 
SageMaker treinamento com o compilador.

Note

Ao usar o estimador SageMaker Hugging Face, você deve especificar os parâmetros,,, e
compiler_config para ativar o transformers_version Training pytorch_version
hyperparameters Compiler. SageMaker Você não pode usar image_uri para especificar 
manualmente os contêineres de aprendizado profundo integrados ao Training Compiler que 
estão listados em Estruturas compatíveis.

• entry_point (str) — Obrigatório. Especifique o nome do arquivo em seu script de treinamento.

Note

Para executar um treinamento distribuído com o SageMaker Training Compiler e a 
PyTorch versão 1.10.2 e anteriores, especifique o nome do arquivo de um script de 
inicialização para esse parâmetro. O script do lançador deve estar preparado para 
empacotar seu script de treinamento e configurar o ambiente de treinamento distribuído. 
Para obter mais informações, veja os cadernos de exemplos a seguir:

• Compile e treine o modelo GPT2 usando a API Transformers Trainer com o conjunto de 
dados SST2 para treinamento de várias GPUs de nó único

• Compile e treine o modelo GPT2 usando a API Transformers Trainer com o conjunto de 
dados SST2 para treinamento de várias GPUs de vários nós
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• source_dir (str) — Opcional. Adicione isso se precisar instalar pacotes adicionais. Para instalar 
pacotes, você precisa preparar um arquivo requirements.txt nesse diretório.

• instance_count (int) — Obrigatório. Especifique o número de instâncias.

• instance_type (str) — Obrigatório. Especifique o tipo de instância.

• transformers_version(str) — Exigido somente ao usar o estimador SageMaker Hugging Face. 
Especifique a versão da biblioteca Hugging Face Transformers suportada pelo Training Compiler. 
SageMaker Para encontrar as versões disponíveis, consulte Estruturas compatíveis.

• framework_version ou pytorch_version (str) — Obrigatório. Especifique a PyTorch versão 
compatível com o SageMaker Training Compiler. Para encontrar as versões disponíveis, consulte
Estruturas compatíveis.

Note

Ao usar o estimador SageMaker Hugging Face, você deve especificar e.
transformers_version pytorch_version

• hyperparameters (dict) — Opcional. Especifique hiperparâmetros para o trabalho de 
treinamento n_gpus, batch_size e. learning_rate Ao ativar o SageMaker Training Compiler, 
experimente lotes maiores e ajuste a taxa de aprendizado adequadamente. Para encontrar 
estudos de caso sobre o uso do compilador e tamanhos de lote ajustados para melhorar a 
velocidade de treinamento, consulte the section called “Modelos testados” e SageMaker Exemplos 
de notebooks e blogs de compilador de treinamento.

Note

Para executar um treinamento distribuído com o SageMaker Training Compiler 
e a PyTorch versão 1.10.2 e anteriores, você precisa adicionar um parâmetro 
adicional,"training_script", para especificar seu script de treinamento, conforme 
mostrado no exemplo de código anterior.

• compiler_config(TrainingCompilerConfig objeto) — Necessário para ativar o SageMaker 
Training Compiler. Inclua esse parâmetro para ativar o SageMaker Training Compiler. Veja a 
seguir os parâmetros para a classe TrainingCompilerConfig.

• enabled (bool) – Opcional. Especifique True ou False ative ou desative o SageMaker Training 
Compiler. O valor padrão é True.
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• debug (bool) – Opcional. Para receber registros de treinamento mais detalhados de seus 
trabalhos de treinamento acelerados por compilador, altere-os para True. No entanto, o registro 
adicional pode aumentar a sobrecarga e retardar o trabalho de treinamento compilado. O valor 
padrão é False.

• distribution (dict) — Opcional. Para executar um trabalho de treinamento distribuído com o 
SageMaker Training Compiler, adicionedistribution = { 'pytorchxla' : { 'enabled': 
True }}.

Warning

Se você ativar o SageMaker Debugger, isso poderá afetar o desempenho do SageMaker 
Training Compiler. Recomendamos que você desative o Debugger ao executar o SageMaker 
Training Compiler para garantir que não haja impacto no desempenho. Para ter mais 
informações, consulte the section called “Considerações”. Para desativar as funcionalidades 
do Depurador, adicione os dois argumentos a seguir ao estimador:

disable_profiler=True,
debugger_hook_config=False

Se o trabalho de treinamento com o compilador for iniciado com êxito, você receberá os seguintes 
logs durante a fase de inicialização do trabalho:

• Com TrainingCompilerConfig(debug=False)

Found configuration for Training Compiler
Configuring SM Training Compiler...

• Com TrainingCompilerConfig(debug=True)

Found configuration for Training Compiler
Configuring SM Training Compiler...
Training Compiler set to debug mode

Habilitar o Training Compiler 3984



Amazon SageMaker Guia do Desenvolvedor

Usando a operação SageMaker CreateTrainingJob de API

SageMaker As opções de configuração do Training Compiler devem ser especificadas por meio 
do HyperParameters campo AlgorithmSpecification e na sintaxe da solicitação para a 
operação da CreateTrainingJobAPI.

"AlgorithmSpecification": { 
    "TrainingImage": "<sagemaker-training-compiler-enabled-dlc-image>"
},

"HyperParameters": { 
    "sagemaker_training_compiler_enabled": "true", 
    "sagemaker_training_compiler_debug_mode": "false", 
    "sagemaker_pytorch_xla_multi_worker_enabled": "false"    // set to "true" for 
 distributed training
}

Para encontrar uma lista completa de URIs de imagens de contêiner de aprendizado profundo que 
têm o SageMaker Training Compiler implementado, consulte. Estruturas compatíveis

Execute trabalhos TensorFlow de treinamento com o SageMaker Training Compiler

Você pode usar qualquer uma das SageMaker interfaces para executar um trabalho de treinamento 
com o SageMaker Training Compiler: Amazon SageMaker Studio Classic, Amazon SageMaker 
Notebook Instances e. AWS SDK for Python (Boto3) AWS Command Line Interface

Tópicos

• Usando o SDK do SageMaker Python

• Usando o SageMaker Python SDK e o Extending SageMaker Framework Deep Learning 
Containers

• Ative o compilador de SageMaker treinamento usando a operação da SageMaker 
CreateTrainingJob API

Usando o SDK do SageMaker Python

Para ativar o SageMaker Training Compiler, adicione o compiler_config parâmetro ao estimador 
SageMaker TensorFlow ou Hugging Face. Importe a classe TrainingCompilerConfig e passe 
uma instância dela para o parâmetro compiler_config. Os exemplos de código a seguir mostram 
a estrutura das classes do SageMaker estimador com o SageMaker Training Compiler ativado.
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Tip

Para começar com os modelos pré-construídos fornecidos pelas bibliotecas TensorFlow 
e Transformers, tente usar os tamanhos de lote fornecidos na tabela de referência em.
Modelos testados

Note

SageMaker O Training Compiler for TensorFlow está disponível por meio dos estimadores da 
estrutura Hugging Face SageMaker TensorFlowe Hugging Face.

Para obter informações adequadas ao seu caso de uso, consulte uma das opções a seguir.

Para treinamento em uma única GPU

TensorFlow

from sagemaker.tensorflow import TensorFlow, TrainingCompilerConfig

# the original max batch size that can fit into GPU memory without compiler
batch_size_native=12
learning_rate_native=float('5e-5')

# an updated max batch size that can fit into GPU memory with compiler
batch_size=64    

# update the global learning rate
learning_rate=learning_rate_native/batch_size_native*batch_size

hyperparameters={ 
    "n_gpus": 1, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

tensorflow_estimator=TensorFlow( 
    entry_point='train.py', 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
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    framework_version='2.9.1', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

tensorflow_estimator.fit()

Para preparar seu script de treinamento, consulte as páginas a seguir.

• Para treinamento em uma única GPUde um modelo construído usando TensorFlow Keras 
(tf.keras.*).

• Para treinamento em uma única GPUde um modelo construído usando TensorFlow módulos 
(tf.*excluindo os módulos TensorFlow Keras).

Hugging Face Estimator with TensorFlow

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# the original max batch size that can fit into GPU memory without compiler
batch_size_native=12
learning_rate_native=float('5e-5')

# an updated max batch size that can fit into GPU memory with compiler
batch_size=64

# update the global learning rate
learning_rate=learning_rate_native/batch_size_native*batch_size

hyperparameters={ 
    "n_gpus": 1, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
}

tensorflow_huggingface_estimator=HuggingFace( 
    entry_point='train.py', 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    transformers_version='4.21.1', 
    tensorflow_version='2.6.3', 
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    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

tensorflow_huggingface_estimator.fit()

Para preparar seu script de treinamento, consulte as páginas a seguir.

• Para treinamento em uma única GPUde um modelo TensorFlow Keras com Hugging Face 
Transformers

• Para treinamento em uma única GPUde uma TensorFlow modelo com Hugging Face 
Transformers

Para treinamento distribuído

Hugging Face Estimator with TensorFlow

from sagemaker.huggingface import HuggingFace, TrainingCompilerConfig

# choose an instance type, specify the number of instances you want to use,
# and set the num_gpus variable the number of GPUs per instance.
instance_count=1
instance_type='ml.p3.8xlarge'
num_gpus=4

# the original max batch size that can fit to GPU memory without compiler
batch_size_native=16
learning_rate_native=float('5e-5')

# an updated max batch size that can fit to GPU memory with compiler
batch_size=26

# update learning rate
learning_rate=learning_rate_native/
batch_size_native*batch_size*num_gpus*instance_count

hyperparameters={ 
    "n_gpus": num_gpus, 
    "batch_size": batch_size, 
    "learning_rate": learning_rate
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}

tensorflow_huggingface_estimator=HuggingFace( 
    entry_point='train.py', 
    instance_count=instance_count, 
    instance_type=instance_type, 
    transformers_version='4.21.1', 
    tensorflow_version='2.6.3', 
    hyperparameters=hyperparameters, 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

tensorflow_huggingface_estimator.fit()

Tip

Para preparar seu script de treinamento, consulte as páginas a seguir.

• Para treinamento distribuídode um modelo TensorFlow Keras com Hugging Face 
Transformers

• Para treinamento distribuídode uma TensorFlow modelo com Hugging Face 
Transformers

A lista a seguir é o conjunto mínimo de parâmetros necessários para executar um trabalho de 
SageMaker treinamento com o compilador.

Note

Ao usar o estimador SageMaker Hugging Face, você deve especificar os 
parâmetros,,, e compiler_config para ativar o transformers_version Training
tensorflow_version hyperparameters Compiler. SageMaker Você não pode usar
image_uri para especificar manualmente os contêineres de aprendizado profundo 
integrados ao Training Compiler que estão listados em Estruturas compatíveis.

• entry_point (str) — Obrigatório. Especifique o nome do arquivo do seu script de treinamento.
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• instance_count (int) – Obrigatório. Especifique o número de instâncias.

• instance_type (str) — Obrigatório. Especifique o tipo de instância.

• transformers_version(str) — Exigido somente ao usar o estimador SageMaker Hugging Face. 
Especifique a versão da biblioteca Hugging Face Transformers suportada pelo Training Compiler. 
SageMaker Para encontrar as versões disponíveis, consulte Estruturas compatíveis.

• framework_version ou tensorflow_version (str) — Obrigatório. Especifique a TensorFlow 
versão compatível com o SageMaker Training Compiler. Para encontrar as versões disponíveis, 
consulte Estruturas compatíveis.

Note

Ao usar o SageMaker TensorFlow estimador, você deve especificar.
framework_version
Ao usar o estimador SageMaker Hugging Face, você deve especificar e.
transformers_version tensorflow_version

• hyperparameters (dict) — Opcional. Especifique hiperparâmetros para o trabalho de 
treinamento n_gpus, batch_size e. learning_rate Ao ativar o SageMaker Training Compiler, 
experimente lotes maiores e ajuste a taxa de aprendizado adequadamente. Para encontrar 
estudos de caso sobre o uso do compilador e tamanhos de lote ajustados para melhorar a 
velocidade de treinamento, consulte the section called “Modelos testados” e SageMaker Exemplos 
de notebooks e blogs de compilador de treinamento.

• compiler_config(TrainingCompilerConfig objeto) — Obrigatório. Inclua esse parâmetro 
para ativar o SageMaker Training Compiler. Veja a seguir os parâmetros para a classe
TrainingCompilerConfig.

• enabled (bool) – Opcional. Especifique True ou False ative ou desative o SageMaker Training 
Compiler. O valor padrão é True.

• debug (bool) – Opcional. Para receber registros de treinamento mais detalhados de seus 
trabalhos de treinamento acelerados por compilador, altere-os para True. No entanto, o registro 
adicional pode aumentar a sobrecarga e retardar o trabalho de treinamento compilado. O valor 
padrão é False.
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Warning

Se você ativar o SageMaker Debugger, isso poderá afetar o desempenho do SageMaker 
Training Compiler. Recomendamos que você desative o Debugger ao executar o SageMaker 
Training Compiler para garantir que não haja impacto no desempenho. Para ter mais 
informações, consulte the section called “Considerações”. Para desativar as funcionalidades 
do Depurador, adicione os dois argumentos a seguir ao estimador:

disable_profiler=True,
debugger_hook_config=False

Se o trabalho de treinamento com o compilador for iniciado com êxito, você receberá os seguintes 
logs durante a fase de inicialização do trabalho:

• Com TrainingCompilerConfig(debug=False)

Found configuration for Training Compiler
Configuring SM Training Compiler...

• Com TrainingCompilerConfig(debug=True)

Found configuration for Training Compiler
Configuring SM Training Compiler...
Training Compiler set to debug mode

Usando o SageMaker Python SDK e o Extending SageMaker Framework Deep Learning Containers

AWSDeep Learning Containers (DLC) para TensorFlow uso em versões adaptadas TensorFlow 
que incluem mudanças na estrutura de código aberto TensorFlow . Os SageMaker Framework 
Deep Learning Containers são otimizados para a AWS infraestrutura subjacente e para a Amazon 
SageMaker. Com a vantagem de usar os DLCs, a integração do SageMaker Training Compiler 
adiciona mais melhorias de desempenho em relação ao nativo. TensorFlow Além disso, você pode 
criar um contêiner de treinamento personalizado estendendo a imagem do DLC.

Habilitar o Training Compiler 3991

https://github.com/aws/deep-learning-containers/blob/master/available_images.md#sagemaker-framework-containers-sm-support-only
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#sagemaker-framework-containers-sm-support-only


Amazon SageMaker Guia do Desenvolvedor

Note

Atualmente, esse recurso de personalização do Docker está disponível apenas para. 
TensorFlow

Para estender e personalizar os SageMaker TensorFlow DLCs para seu caso de uso, use as 
instruções a seguir.

Crie um Dockerfile.

Use o modelo Dockerfile a seguir para estender o SageMaker TensorFlow DLC. Você deve usar a 
imagem SageMaker TensorFlow DLC como imagem base do seu contêiner Docker. Para encontrar 
os URIs de imagem do SageMaker TensorFlow DLC, consulte Estruturas suportadas.

# SageMaker TensorFlow Deep Learning Container image
FROM 763104351884.dkr.ecr.<aws-region>.amazonaws.com/tensorflow-training:<image-tag>

ENV PATH="/opt/ml/code:${PATH}"

# This environment variable is used by the SageMaker container  
# to determine user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# Add more code lines to customize for your use-case
...

Para mais informações, consulte Etapa 2: Como criar e fazer upload dos scripts de treinamento do 
Dockerfile e do Python.

Considere as seguintes armadilhas ao estender os DLCs do SageMaker Framework:

• Não desinstale nem altere explicitamente a versão dos TensorFlow pacotes nos SageMaker 
contêineres. Isso faz com que os TensorFlow pacotes AWS otimizados sejam substituídos por 
TensorFlow pacotes de código aberto, o que pode resultar na degradação do desempenho.

• Cuidado com os pacotes que têm uma TensorFlow versão ou sabor específico como dependência. 
Esses pacotes podem desinstalar implicitamente os pacotes AWS otimizados TensorFlow e 
instalar pacotes de código aberto TensorFlow .
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Por exemplo, há um problema conhecido de que as bibliotecas tensorflow/models e tensorflow/text
sempre tentam reinstalar o código aberto. TensorFlow Se você precisar instalar essas bibliotecas 
para escolher uma versão específica para seu caso de uso, recomendamos que você consulte o 
SageMaker TensorFlow DLC Dockerfiles para v2.9 ou posterior. Os caminhos para os Dockerfiles 
geralmente estão no seguinte formato: tensorflow/training/docker/<tensorflow-
version>/py3/<cuda-version>/Dockerfile.gpu. Nos Dockerfiles, você deve encontrar as 
linhas de código para reinstalar o TensorFlow binário AWS gerenciado (especificado para a variável 
de TF_URL ambiente) e outras dependências em ordem. A seção de Reinstalar deve se parecer com 
o seguinte exemplo:

# tf-models does not respect existing installations of TensorFlow  
# and always installs open source TensorFlow

RUN pip3 install --no-cache-dir -U \ 
    tf-models-official==x.y.z

RUN pip3 uninstall -y tensorflow tensorflow-gpu \ 
  ; pip3 install --no-cache-dir -U \ 
    ${TF_URL} \ 
    tensorflow-io==x.y.z \ 
    tensorflow-datasets==x.y.z

Compile e envie para o ECR

Para compilar e enviar seu contêiner do Docker para o Amazon ECR, siga as instruções nos links a 
seguir:

• Etapa 3: Compilar o contêiner

• Etapa 4: Testar o contêiner

• Etapa 5: Enviar o contêiner para o Amazon ECR

Execute usando o SageMaker Python SDK Estimator

Use o estimador de SageMaker TensorFlow estrutura normalmente. Você deve especificar
image_uri para usar o novo contêiner que você hospedou no Amazon ECR.

import sagemaker, boto3
from sagemaker import get_execution_role
from sagemaker.tensorflow import TensorFlow, TrainingCompilerConfig
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account_id = boto3.client('sts').get_caller_identity().get('Account')
ecr_repository = 'tf-custom-container-test'
tag = ':latest'

region = boto3.session.Session().region_name

uri_suffix = 'amazonaws.com'

byoc_image_uri = '{}.dkr.ecr.{}.{}/{}'.format( 
    account_id, region, uri_suffix, ecr_repository + tag
)

byoc_image_uri
# This should return something like
# 111122223333.dkr.ecr.us-east-2.amazonaws.com/tf-custom-container-test:latest

estimator = TensorFlow( 
    image_uri=image_uri, 
    role=get_execution_role(), 
    base_job_name='tf-custom-container-test-job', 
    instance_count=1, 
    instance_type='ml.p3.8xlarge' 
    compiler_config=TrainingCompilerConfig(), 
    disable_profiler=True, 
    debugger_hook_config=False
)

# Start training
estimator.fit()

Ative o compilador de SageMaker treinamento usando a operação da SageMaker
CreateTrainingJob API

SageMaker As opções de configuração do Training Compiler devem ser especificadas por meio 
do HyperParameters campo AlgorithmSpecification e na sintaxe da solicitação para a 
operação da CreateTrainingJobAPI.

"AlgorithmSpecification": { 
    "TrainingImage": "<sagemaker-training-compiler-enabled-dlc-image>"
},

"HyperParameters": { 
    "sagemaker_training_compiler_enabled": "true", 
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    "sagemaker_training_compiler_debug_mode": "false"
}

Para encontrar uma lista completa de URIs de imagens de contêiner de aprendizado profundo que 
têm o SageMaker Training Compiler implementado, consulte. Estruturas compatíveis

SageMaker Exemplos de notebooks e blogs de compilador de treinamento

Os blogs, estudos de caso e cadernos a seguir fornecem exemplos de como implementar o 
SageMaker Training Compiler.

Os cadernos de exemplo são fornecidos no  GitHub repositório de SageMaker exemplos, e você 
também pode procurá-los no site de SageMaker exemplos.

Blogs e estudos de caso

Os blogs a seguir discutem estudos de caso sobre o uso do SageMaker Training Compiler.

• Novo — Apresentando o SageMaker Training Compiler

• Ajuste fino de BERT do Hugging Face Transformers usando o Amazon Training Compiler 
SageMaker

• Acelere os trabalhos de treinamento Hugging Face em até AWS 50% com o Training Compiler 
SageMaker

Cadernos de exemplo

Para encontrar exemplos de uso do SageMaker Training Compiler, consulte a página Training 
Compiler no site Amazon SageMaker Example Read the Docs.

SageMaker Práticas recomendadas e considerações sobre o Training 
Compiler

Analise as seguintes práticas e considerações recomendadas ao usar o SageMaker Training 
Compiler.

Práticas recomendadas

Use as diretrizes a seguir para obter os melhores resultados ao executar trabalhos de treinamento 
com o SageMaker Training Compiler.
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Melhores práticas gerais

• Certifique-se de usar um dos Tipos de instâncias compatíveis e Modelos testados.

• Quando criar um tokenizador para um modelo de PNL usando Transformadores em seu script 
de treinamento, certifique-se de usar uma forma de tensor de entrada estática especificando
padding='max_length'. Não use padding='longest' porque o preenchimento da 
sequência mais longa do lote pode alterar a forma do tensor de cada lote de treinamento. A forma 
dinâmica de entrada pode iniciar a recompilação do modelo e pode aumentar o tempo total de 
treinamento. Para obter mais informações sobre as opções de preenchimento dos tokenizadores 
Transformadores, consulte Preenchimento e truncamento na documentação de Hugging Face 
Transformers.

• Meça a utilização da memória da GPU para garantir que você use o tamanho máximo do lote que 
cabe na memória da GPU. O Amazon SageMaker Training Compiler reduz o espaço de memória 
do seu modelo durante o treinamento, o que normalmente permite que você coloque uma memória 
maior batch_size na GPU. Usar um tamanho maior batch_size resulta em uma melhor 
utilização da GPU e reduz o tempo total de treinamento.

Ao ajustar o tamanho do lote, você também precisa ajustá-lo learning_rate adequadamente. 
Por exemplo, se você aumentou o tamanho do lote em um fator de k, precisará ajustar
learning_rate linearmente (multiplicação simples por k) ou multiplicar pela raiz quadrada 
de k. Isso é para alcançar o mesmo comportamento de convergência ou similar no tempo de 
treinamento reduzido. Para referência de batch_size testado em modelos populares, consulte
Modelos testados.

• Para depurar o trabalho de treinamento acelerado pelo compilador, ative o debug sinalizador no 
parâmetro. compiler_config Isso permite SageMaker colocar os registros de depuração em 
registros de tarefas de SageMaker treinamento.

huggingface_estimator=HuggingFace( 
    ... 
    compiler_config=TrainingCompilerConfig(debug=True)
)

Observe que, se você habilitar a depuração completa do trabalho de treinamento com o 
compilador, isso poderá adicionar alguma sobrecarga.
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Melhores práticas para PyTorch

• Se você trouxer um PyTorch modelo e quiser verificá-lo, certifique-se de usar a função de 
salvamento de modelo do PyTorch /XLA para verificar seu modelo corretamente. Para obter mais 
informações sobre a função, consulte torch_xla.core.xla_model.savea documentação 
PyTorch sobre dispositivos XLA.

Para saber como adicionar as modificações ao seu PyTorch script, consulteModelos de linguagem 
grandes usando PyTorch diretamente (sem a API Hugging Face Transformers Trainer).

Para obter mais informações sobre a aplicação real do uso da função de salvamento de modelo, 
consulte Checkpoint Writing and Loading in the Hugging Face PyTorch on /XLA TPUs: blog de 
treinamento mais rápido e barato.

• Para obter o melhor tempo de treinamento para treinamento distribuído, considere o seguinte.

• Use instâncias com várias GPUs em vez de usar instâncias com uma única gpu. Por exemplo, 
uma única instância ml.p3dn.24xlarge tem um tempo de treinamento mais rápido em 
comparação com 8 instâncias ml.p3.2xlarge.

• Use instâncias com suporte da EFA, como ml.p3dn.24xlarge e ml.p4d.24xlarge. Esses 
tipos de instância aceleraram a velocidade da rede e reduziram o tempo de treinamento.

• Ajuste o parâmetro preprocessing_num_workers para conjuntos de dados, para que o 
treinamento do modelo não seja atrasado pelo lento pré-processamento.

Considerações

Considere o seguinte ao usar o SageMaker Training Compiler.

Degradação do desempenho devido ao registro, pontos de verificação e criação de perfil

• Evite registrar, apontar e criar perfis de tensores de modelo que levem a avaliações explícitas. 
Para entender o que é uma avaliação explícita, considere o seguinte exemplo de compilação de 
código.

a = b+c
e = a+d

Um compilador interpreta o código da seguinte forma e reduz o espaço de memória da variável a.
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e = b+c+d

Agora, considere o seguinte caso em que o código é alterado para adicionar uma função de 
impressão para a variável a.

a = b+c
e = a+d
print(a)

O compilador faz uma avaliação explícita da variável a da seguinte forma.

e = b+c+d
a = b+c    # Explicit evaluation
print(a)

Em PyTorch, por exemplo, evite usar torch.tensor.items (), que pode introduzir avaliações 
explícitas. No aprendizado profundo, essas avaliações explícitas podem causar sobrecarga 
porque interrompem as operações fundidas em um gráfico de compilação de um modelo e levam à 
recalculação dos tensores.

Se você ainda quiser avaliar periodicamente o modelo durante o treinamento usando o SageMaker 
Training Compiler, recomendamos registrar e fazer checkpoints com uma frequência menor para 
reduzir a sobrecarga devido a avaliações explícitas. Por exemplo, registre a cada 10 épocas em 
vez de cada época.

• A compilação de gráficos é executada durante as primeiras etapas do treinamento. Como 
resultado, espera-se que as primeiras etapas sejam excepcionalmente lentas. No entanto, esse é 
um custo de compilação único e pode ser amortizado por treinamento por um período mais longo, 
pois a compilação torna as etapas futuras muito mais rápidas. A sobrecarga inicial de compilação 
depende do tamanho do modelo, do tamanho dos tensores de entrada e da distribuição das 
formas dos tensores de entrada.

Uso incorreto das APIs PyTorch /XLA ao usar diretamente PyTorch

PyTorch/XLA define um conjunto de APIs para substituir algumas das APIs de treinamento existentes 
PyTorch. Deixar de usá-los adequadamente leva ao fracasso do PyTorch treinamento.
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• Um dos erros mais comuns ao compilar um PyTorch modelo é devido a um tipo de dispositivo 
incorreto para operadores e tensores. Para compilar adequadamente um PyTorch modelo, 
certifique-se de usar dispositivos XLA (xm.xla_device()) em vez de usar CUDA ou misturar 
dispositivos CUDA e dispositivos XLA.

• mark_step() é uma barreira apenas para o XLA. Não configurá-lo corretamente faz com que um 
trabalho de treinamento pare.

• PyTorch/XLA fornece APIs adicionais de treinamento distribuído. A falha em programar as APIs 
adequadamente faz com que os gradientes sejam coletados incorretamente, o que causa uma 
falha na convergência do treinamento.

Para configurar adequadamente seu PyTorch script e evitar os usos incorretos da API mencionados 
acima, consulte. Modelos de linguagem grandes usando PyTorch diretamente (sem a API Hugging 
Face Transformers Trainer)

SageMaker Perguntas frequentes sobre o compilador de treinamento

Use os itens de perguntas frequentes a seguir para encontrar respostas às perguntas mais 
frequentes sobre o SageMaker Training Compiler.

P: Como sei se o SageMaker Training Compiler está funcionando?

Se você iniciou com sucesso seu trabalho de treinamento com o SageMaker Training Compiler, 
receberá as seguintes mensagens de registro:

• Com TrainingCompilerConfig(debug=False)

Found configuration for Training Compiler
Configuring SM Training Compiler...

• Com TrainingCompilerConfig(debug=True)

Found configuration for Training Compiler
Configuring SM Training Compiler...
Training Compiler set to debug mode

P: Quais modelos o SageMaker Training Compiler acelera?
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SageMaker O Training Compiler é compatível com os modelos de aprendizado profundo mais 
populares da biblioteca de transformadores Hugging Face. Com a maioria dos operadores que 
o compilador suporta, esses modelos podem ser treinados mais rapidamente com o SageMaker 
Training Compiler. Os modelos compiláveis incluem, mas não estão limitados ao seguinte: bert-
base-cased, bert-base-chinese, bert-base-uncased, distilbert-base-uncased,
distilbert-base-uncased-finetuned-sst-2-english, gpt2, roberta-base, roberta-
large, t5-base e xlm-roberta-base. O compilador funciona com a maioria dos operadores 
e frameworks de dados de DL e pode acelerar muitos outros modelos de DL além dos que foram 
testados.

P: O que acontece se eu ativar o SageMaker Training Compiler com um modelo que não foi testado?

Para um modelo não testado, talvez seja necessário primeiro modificar o script de treinamento para 
ser compatível com o SageMaker Training Compiler. Para obter mais informações, consulte Usar o 
seu próprio modelo de aprendizado profundo e siga as instruções sobre como preparar seu script de 
treinamento.

Depois de atualizar seu script de treinamento, você pode iniciar o trabalho de treinamento. O 
compilador continua compilando o modelo. No entanto, a velocidade de treinamento pode não 
aumentar e até diminuir em relação à linha de base com um modelo não testado. Talvez seja 
necessário reajustar os parâmetros de treinamento, como batch_size e learning_rate para 
obter quaisquer benefícios de aceleração.

Se a compilação do modelo não testado falhar, o compilador retornará um erro. Consulte SageMaker 
Solução de problemas do compilador de treinamento para obter informações detalhadas sobre os 
tipos de falha e as mensagens de erro.

P: Sempre conseguirei um trabalho de treinamento mais rápido com o SageMaker Training 
Compiler?

Não necessariamente. Primeiro, o SageMaker Training Compiler adiciona alguma sobrecarga de 
compilação antes que o processo de treinamento contínuo possa ser acelerado. O trabalho de 
treinamento otimizado deve ser executado tempo suficiente para amortizar e compensar essa 
sobrecarga incremental de compilação no início do trabalho de treinamento.

Além disso, como acontece com qualquer modelo de processo de treinamento, o treinamento com 
parâmetros abaixo do ideal pode aumentar o tempo de treinamento. SageMaker O Training Compiler 
pode alterar as características do trabalho de treinamento, por exemplo, alterando o espaço de 
memória do trabalho. Devido a essas diferenças, talvez seja necessário ajustar novamente os 
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parâmetros do seu trabalho de treinamento para acelerar o processo de treinamento. Uma tabela de 
referência especificando os parâmetros de melhor desempenho para trabalhos de treinamento com 
diferentes tipos e modelos de instância pode ser encontrada em Modelos testados.

Finalmente, algum código em um script de treinamento pode adicionar sobrecarga adicional ou 
interromper o gráfico de computação compilado, retardando o treinamento. Se estiver trabalhando 
com um modelo personalizado ou não testado, consulte as instruções em Melhores práticas para 
usar o SageMaker Training Compiler com PyTorch/XLA.

P: Posso sempre usar um lote maior com o SageMaker Training Compiler?

O tamanho do lote aumenta na maioria dos casos, mas não em todos. As otimizações feitas pelo 
SageMaker Training Compiler podem alterar as características do seu trabalho de treinamento, como 
a pegada de memória. Normalmente, um trabalho do Training Compiler ocupa menos memória do 
que um trabalho de treinamento não compilado com o framework nativo, o que permite um tamanho 
de lote maior durante o treinamento. Um tamanho de lote maior e um ajuste correspondente na 
taxa de aprendizagem aumentam a produtividade do treinamento e podem diminuir o tempo total de 
treinamento.

No entanto, pode haver casos em que o SageMaker Training Compiler possa realmente aumentar 
o consumo de memória com base em seu esquema de otimização. O compilador usa um modelo 
de custo analítico para prever o cronograma de execução com o menor custo de execução para 
qualquer operador com uso intensivo de computação. Esse modelo pode encontrar um cronograma 
ideal que aumente o uso da memória. Nesse caso, você não será capaz de aumentar o tamanho dos 
lotes, mas o rendimento de sua amostra ainda é maior.

P: O SageMaker Training Compiler funciona com outros recursos de SageMaker treinamento, como 
as bibliotecas de treinamento SageMaker distribuídas e SageMaker o Debugger?

SageMaker Atualmente, o Training Compiler não é compatível com as bibliotecas SageMaker de 
treinamento distribuídas da.

SageMaker O Training Compiler é compatível com o SageMaker Debugger, mas o Debugger pode 
degradar o desempenho computacional ao adicionar sobrecarga.

P: O SageMaker Training Compiler oferece suporte a contêineres personalizados (traga seu próprio 
contêiner)?

SageMaker O Training Compiler é fornecido por meio do AWS Deep Learning Containers, e você 
pode estender um subconjunto dos contêineres para personalizar de acordo com seu caso de uso. 
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Os contêineres que são estendidos a partir de AWS DLCs são suportados pelo SageMaker Training 
Compiler. Para obter mais informações, consulte frameworks suportadas e Usando o SageMaker 
Python SDK e o Extending SageMaker Framework Deep Learning Containers. Se precisar de mais 
suporte, entre em contato com a SageMaker equipe por meio de AWSSupport ou AWSDeveloper 
Forums for Amazon SageMaker.

SageMaker Solução de problemas do compilador de treinamento

Se você encontrar um erro, você pode usar a seguinte lista para tentar solucionar problemas no seu 
tarefa de treinamento. Se precisar de mais suporte, entre em contato com a SageMaker equipe por 
meio de AWSSupport ou AWSDeveloper Forums for Amazon SageMaker.

A tarefa de treinamento não está convergindo conforme o esperado quando 
comparado à tarefa de treinamento do framework nativo

Os problemas de convergência variam de “o modelo não está aprendendo quando o SageMaker 
Training Compiler está ativado” a “o modelo está aprendendo, mas é mais lento que a estrutura 
nativa”. Neste guia de solução de problemas, presumimos que sua convergência está boa sem o 
SageMaker Training Compiler (na estrutura nativa) e consideramos isso a linha de base.

Ao enfrentar esses problemas de convergência, a primeira etapa é identificar se o problema se 
limita ao treinamento distribuído ou se deriva do treinamento com uma única GPU. O treinamento 
distribuído com o SageMaker Training Compiler é uma extensão do treinamento com uma única GPU 
com etapas adicionais.

1. Configure um cluster com várias instâncias ou GPUs.

2. Distribua os dados de entrada para todos os trabalhadores.

3. Sincronize as atualizações do modelo de todos os trabalhadores.

Portanto, qualquer problema de convergência no treinamento com uma única GPU se propaga para 
o treinamento distribuído com vários trabalhadores.
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A flow chart to troubleshoot convergence issues in training jobs when using SageMaker Training 
Compiler. Descriptions are in the following sections.

Problemas de convergência que ocorrem no treinamento com uma única GPU

Se seu problema de convergência decorre do treinamento com uma única GPU, isso provavelmente 
se deve a configurações inadequadas dos hiperparâmetros ou das APIs torch_xla.

Verificar os hiperparâmetros

O treinamento com o SageMaker Training Compiler leva a uma mudança na pegada de memória de 
um modelo. O compilador arbitra de forma inteligente entre reutilização e recalculação, levando a um 
aumento ou diminuição correspondente no consumo de memória. Para aproveitar isso, é essencial 
reajustar o tamanho do lote e os hiperparâmetros associados ao migrar um trabalho de treinamento 
para SageMaker o Training Compiler. No entanto, configurações incorretas de hiperparâmetros 
frequentemente causam oscilação na perda de treinamento e possivelmente uma convergência 
mais lenta como resultado. Em casos raros, hiperparâmetros agressivos podem fazer com que 
o modelo não aprenda (a métrica de perda de treinamento não diminui nem retorna NaN). Para 
identificar se o problema de convergência se deve aos hiperparâmetros, faça um side-by-side teste 
de dois trabalhos de treinamento com e sem o SageMaker Training Compiler, mantendo todos os 
hiperparâmetros iguais.

Verifique se as APIs torch_xla estão configuradas corretamente para treinamento em uma única 
GPU

Se o problema de convergência persistir com os hiperparâmetros básicos, você precisará verificar 
se há algum uso impróprio das APIs torch_xla, especificamente aquelas para atualizar o 
modelo. Fundamentalmente, torch_xla continua acumulando instruções (adiando a execução) 
na forma de gráfico até que seja explicitamente instruído a executar o gráfico acumulado. A função
torch_xla.core.xla_model.mark_step() facilita a execução do gráfico acumulado. A 
execução do gráfico deve ser sincronizada usando essa função após cada atualização do modelo e
antes de imprimir e registrar quaisquer variáveis. Se faltar a etapa de sincronização, o modelo pode 
utilizar valores obsoletos da memória durante impressões, registros e as passagens subsequentes 
para a frente, em vez de usar os valores mais recentes que precisam ser sincronizados após cada 
iteração e atualização do modelo.

Pode ser mais complicado usar o SageMaker Training Compiler com escalonamento de gradiente 
(possivelmente com o uso de AMP) ou técnicas de recorte de gradiente. A ordem apropriada do 
cálculo do gradiente com AMP é a seguinte.
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1. Computação de gradiente com escalabilidade

2. Gradiente sem escala, recorte de gradiente e, em seguida, em escala

3. Atualização do modelo

4. Sincronizando a execução do gráfico com mark_step()

Para encontrar as APIs certas para as operações mencionadas na lista, consulte o guia para migrar 
seu script de treinamento para o Training Compiler SageMaker .

Considere usar o ajuste automático de modelos

Se o problema de convergência surgir ao reajustar o tamanho do lote e os hiperparâmetros 
associados, como a taxa de aprendizado, ao usar o SageMaker Training Compiler, considere usar o
ajuste automático de modelos para ajustar seus hiperparâmetros. Você pode consultar o exemplo de 
caderno de anotações sobre o ajuste de hiperparâmetros com o SageMaker Training Compiler.

Problemas de convergência que ocorrem no treinamento distribuído

Se o problema de convergência persistir no treinamento distribuído, isso provavelmente se deve a 
configurações inadequadas para inicialização de peso ou às APIs torch_xla.

Verifique a inicialização do peso entre os trabalhadores

Se surgir um problema de convergência ao executar um trabalho de treinamento distribuído com 
vários workers, certifique-se de que há um comportamento determinístico uniforme entre todos 
os workers, definindo uma semente constante quando aplicável. Cuidado com técnicas como 
inicialização de peso, que envolve randomização. Cada trabalhador pode acabar treinando um 
modelo diferente na ausência de uma semente constante.

Verifique se as APIs torch_xla estão configuradas corretamente para treinamento distribuído

Se o problema persistir, isso provavelmente se deve ao uso indevido das APIs torch_xla para 
treinamento distribuído. Certifique-se de adicionar o seguinte em seu estimador para configurar um 
cluster para treinamento distribuído com o Training Compiler SageMaker .

distribution={'torchxla': {'enabled': True}}

Isso deve ser acompanhado por uma função _mp_fn(index) em seu script de treinamento, que 
é invocada uma vez por trabalhador. Sem a função mp_fn(index), você pode acabar permitindo 
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que cada um dos trabalhadores treine o modelo de forma independente, sem compartilhar as 
atualizações do modelo.

Em seguida, certifique-se de usar a
torch_xla.distributed.parallel_loader.MpDeviceLoader API junto com o amostrador 
de dados distribuído, conforme orientado na documentação sobre a migração do seu script de 
treinamento para o SageMaker Training Compiler, como no exemplo a seguir.

torch.utils.data.distributed.DistributedSampler()

Isso garante que os dados de entrada sejam distribuídos adequadamente entre todos os 
trabalhadores.

Por fim, para sincronizar as atualizações do modelo de todos os trabalhadores, use
torch_xla.core.xla_model._fetch_gradients para coletar gradientes de todos os 
trabalhadores e torch_xla.core.xla_model.all_reduce combinar todos os gradientes 
coletados em uma única atualização.

Pode ser mais complicado usar o SageMaker Training Compiler com escalonamento de gradiente 
(possivelmente devido ao uso de AMP) ou técnicas de recorte de gradiente. A ordem apropriada do 
cálculo do gradiente com AMP é a seguinte.

1. Computação de gradiente com escalabilidade

2. Sincronização de gradientes em todos os trabalhadores

3. Gradiente sem escala, recorte de gradiente e, em seguida, gradiente em escala

4. Atualização do modelo

5. Sincronizando a execução do gráfico com mark_step()

Observe que essa lista de verificação tem um item adicional para sincronizar todos os trabalhadores, 
em comparação com a lista de verificação para treinamento com uma única GPU.

O trabalho de treinamento falha devido à falta de configuração PyTorcl /XLA

Se um trabalho de treinamento falhar com a mensagem de erro Missing XLA configuration, 
pode ser devido a uma configuração incorreta no número de GPUs por instância que você usa.

O XLA requer variáveis de ambiente adicionais para compilar o trabalho de treinamento. A variável 
de ambiente ausente mais comum é GPU_NUM_DEVICES. Para que o compilador funcione 
corretamente, você deve definir essa variável de ambiente igual ao número de GPUs por instância.
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Há três abordagens para definir a variável de ambiente GPU_NUM_DEVICES.

• Abordagem 1 — Use o environment argumento da classe do SageMaker estimador. Por 
exemplo, se você estiver usando uma instância ml.p3.8xlarge que possui quatro GPUs, faça o 
seguinte:

# Using the SageMaker Python SDK's HuggingFace estimator

hf_estimator=HuggingFace( 
    ... 
    instance_type="ml.p3.8xlarge", 
    hyperparameters={...}, 
    environment={ 
        ... 
         "GPU_NUM_DEVICES": "4" # corresponds to number of GPUs on the specified 
 instance 
    },
)

• Abordagem 2 — Use o hyperparameters argumento da classe SageMaker estimadora e 
analise-o em seu script de treinamento.

1. Para especificar o número de GPUs, adicione um par de valores-chave ao argumento
hyperparameters.

Por exemplo, se você estiver usando uma instância ml.p3.8xlarge que possui quatro GPUs, 
faça o seguinte:

# Using the SageMaker Python SDK's HuggingFace estimator

hf_estimator=HuggingFace( 
    ... 
    entry_point = "train.py" 
    instance_type= "ml.p3.8xlarge", 
    hyperparameters = { 
        ... 
         "n_gpus": 4 # corresponds to number of GPUs on specified instance 
    }
)
hf_estimator.fit()

2. Em seu script de treinamento, analise o n_gpus hiperparâmetro e especifique-o como uma 
entrada para a variável de ambiente GPU_NUM_DEVICES.

Solução de problemas 4007
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# train.py
import os, argparse

if __name__ == "__main__": 
    parser = argparse.ArgumentParser() 
    ... 
    # Data, model, and output directories 
    parser.add_argument("--output_data_dir", type=str, 
 default=os.environ["SM_OUTPUT_DATA_DIR"]) 
    parser.add_argument("--model_dir", type=str, 
 default=os.environ["SM_MODEL_DIR"]) 
    parser.add_argument("--training_dir", type=str, 
 default=os.environ["SM_CHANNEL_TRAIN"]) 
    parser.add_argument("--test_dir", type=str, 
 default=os.environ["SM_CHANNEL_TEST"]) 
     parser.add_argument("--n_gpus", type=str, default=os.environ["SM_NUM_GPUS"])

    args, _ = parser.parse_known_args() 

     os.environ["GPU_NUM_DEVICES"] = args.n_gpus

• Abordagem 3 — Codifique a variável de ambiente GPU_NUM_DEVICES em seu script de 
treinamento. Por exemplo, adicione o seguinte ao seu script se você usar uma instância que tenha 
quatro GPUs.

# train.py

import os
os.environ["GPU_NUM_DEVICES"] = 4

Tip

Para encontrar o número de dispositivos de GPU em instâncias de machine learning que 
você deseja usar, consulte Computação acelerada na página Tipos de instância do Amazon 
EC2.
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SageMaker O Training Compiler não reduz o tempo total de treinamento

Se o tempo total de treinamento não diminuir com o SageMaker Training Compiler, é altamente 
recomendável que você consulte a SageMaker Práticas recomendadas e considerações 
sobre o Training Compiler página para verificar a configuração do treinamento, a estratégia de 
preenchimento da forma do tensor de entrada e os hiperparâmetros.

Notas da Versão do Amazon SageMaker Training Compiler

Veja as seguintes notas da versão para monitorar as atualizações mais recentes do Amazon 
SageMaker Training Compiler.

Notas da Versão do Compilador de Treinamento do SageMaker: 13 de fevereiro de 
2023

Atualizações de moeda

• Adicionado suporte para PyTorch v1.13.1

Correções de bugs

• Corrigido um problema de condição de corrida na GPU que estava causando perda de NAN em 
alguns modelos, como os modelos de transformador de visão (ViT).

Outras alterações:

• O Compilador de Treinamento do SageMaker melhora o desempenho ao permitir 
que o PyTorch/XLA substitua automaticamente os otimizadores (como SGD, Adam, 
AdamW) em torch.optim ou transformers.optimization com suas versões sem 
sincronização em torch_xla.amp.syncfree (como torch_xla.amp.syncfree.SGD,
torch_xla.amp.syncfree.Adam, torch_xla.amp.syncfree.AdamW). Você não precisa 
alterar as linhas de código nas quais define otimizadores em seu script de treinamento.

Migração para Contêineres de Aprendizado Profundo AWS

Essa versão foi aprovada no teste de benchmark e foi migrada para o seguinte contêiner AWS de 
aprendizado profundo:

• PyTorch v1.13.1

Notas da versão 4009



Amazon SageMaker Guia do Desenvolvedor

763104351884.dkr.ecr.us-west-2.amazonaws.com/pytorch-trcomp-training:1.13.1-gpu-py39-
cu117-ubuntu20.04-sagemaker

Para encontrar uma lista completa dos contêineres pré-criados com o Amazon SageMaker 
Training Compiler, consulte Frameworks compatíves com Regiões da AWS, tipos de instância e 
modelos testados.

Notas da Versão do Compilador de Treinamento do SageMaker: 09 de janeiro de 2023

Alterações significativas

• tf.keras.optimizers.Optimizer aponta para um novo otimizador no TensorFlow 2.11.0 
e posteriores. Os otimizadores antigos foram movidos para tf.keras.optimizers.legacy. 
Você pode encontrar uma falha no trabalho devido à alteração significativa ao fazer o seguinte.

• Carregar pontos de verificação de um otimizador antigo. Recomendamos que você mude para 
usar os otimizadores legados.

• Use o TensorFlow v1. Recomendamos que você migre para o TensorFlow v2 ou mude para os 
otimizadores legados se precisar continuar usando o TensorFlow v1.

Para ver uma lista mais detalhada das alterações significativas das alterações do otimizador, 
consulte as notas de lançamento oficiais do TensorFlow v2.11.0 nos repositórios do GitHub no 
TensorFlow.

Migração para Contêineres de Aprendizado Profundo AWS

Essa versão foi aprovada no teste de benchmark e foi migrada para o seguinte contêiner AWS de 
aprendizado profundo:

• TensorFlow v2.11.0

763104351884.dkr.ecr.<region>.amazonaws.com/tensorflow-training:2.11.0-gpu-py39-
cu112-ubuntu20.04-sagemaker

Para encontrar uma lista completa dos contêineres pré-criados com o Amazon SageMaker 
Training Compiler, consulte Frameworks compatíves com Regiões da AWS, tipos de instância e 
modelos testados.

Notas da versão 4010
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Notas da Versão do Compilador de Treinamento do SageMaker: 08 de dezembro de 
2022

Correções de bugs

• Foi corrigida a semente dos trabalhos de treinamento do PyTorch a partir do PyTorch v1.12 para 
garantir que não haja discrepância na inicialização do modelo em diferentes processos. Veja 
também Reprodutibilidade do PyTorch.

• Corrigido o problema que fazia com que os trabalhos de treinamento distribuídos do PyTorch nas 
instâncias G4dn e G5 não usassem como padrão a comunicação por meio de PCIe.

Problemas conhecidos

• O uso indevido das APIs PyTorch/XLA nos transformadores de visão do Hugging Face pode levar 
a problemas de convergência.

Outras alterações

• Ao usar a classe Trainer de transformadores Hugging Face, certifique-se de usar os 
otimizadores SyncFree definindo o argumento optim como adamw_torch_xla. Para obter mais 
informações, consulte Modelos de linguagem grandes usando a classe Trainer de Hugging Face 
Transformers. Veja também Otimizador na documentação do Hugging Face Transformers.

Migração para Contêineres de Aprendizado Profundo AWS

Essa versão foi aprovada no teste de benchmark e foi migrada para o seguinte contêiner AWS de 
aprendizado profundo:

• PyTorch v1.12.0

763104351884.dkr.ecr.<region>.amazonaws.com/pytorch-trcomp-training:1.12.0-gpu-py38-
cu113-ubuntu20.04-sagemaker

Para encontrar uma lista completa dos contêineres pré-criados com o Amazon SageMaker 
Training Compiler, consulte Frameworks compatíves com Regiões da AWS, tipos de instância e 
modelos testados.

Notas da versão 4011
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Notas da Versão do Compilador de Treinamento do SageMaker: 04 de outubro de 
2022

Atualizações de moeda

• Adicionado suporte para Tensorflow v2.10.0.

Outras alterações

• Foram adicionados modelos de PNL Hugging Face usando a biblioteca de Transformadores aos 
testes de framework do TensorFlow. Para encontrar os modelos de transformadores testados, 
consulte the section called “Modelos testados”.

Migração para Contêineres de Aprendizado Profundo AWS

Essa versão foi aprovada no teste de benchmark e foi migrada para o seguinte contêiner AWS de 
aprendizado profundo:

• TensorFlow v2.10.0

763104351884.dkr.ecr.<region>.amazonaws.com/tensorflow-training:2.10.0-gpu-py39-
cu112-ubuntu20.04-sagemaker

Para encontrar uma lista completa dos contêineres pré-criados com o Amazon SageMaker 
Training Compiler, consulte Frameworks compatíves com Regiões da AWS, tipos de instância e 
modelos testados.

Notas da Versão do Compilador de Treinamento do SageMaker: 01 de setembro de 
2022

Atualizações de moeda

• Foi adicionado suporte para os transformadores do Hugging Face v4.21.1 com PyTorch v1.11.0.

Melhorias

• Implementou um novo mecanismo inicializador de treinamento distribuído para ativar o Compilador 
de Treinamento do SageMaker para modelos de Transformadores Hugging Face com PyTorch. 

Notas da versão 4012
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Para saber mais, consulte Executar trabalhos de treinamento do PyTorch com o compilador de 
treinamento do SageMaker para treinamento distribuído.

• Integrado com o EFA para melhorar a comunicação coletiva no treinamento distribuído.

• Foi adicionado suporte para instâncias G5 para trabalhos de treinamento em PyTorch. Para obter 
mais informações, consulte the section called “Frameworks compatíves com Regiões da AWS, 
tipos de instância e modelos testados”.

Migração para Contêineres de Aprendizado Profundo AWS

Essa versão foi aprovada no teste de benchmark e foi migrada para o seguinte contêiner AWS de 
aprendizado profundo:

• HuggingFace v4.21.1 com PyTorch v1.11.0

763104351884.dkr.ecr.us-west-2.amazonaws.com/huggingface-pytorch-trcomp-
training:1.11.0-transformers4.21.1-gpu-py38-cu113-ubuntu20.04

Para encontrar uma lista completa dos contêineres pré-criados com o Amazon SageMaker 
Training Compiler, consulte Frameworks compatíves com Regiões da AWS, tipos de instância e 
modelos testados.

Notas da Versão do Compilador de Treinamento do SageMaker: 14 de junho de 2022

Novos recursos

• Adicionado suporte para Tensorflow v2.9.1. O Compilador de Treinamento do SageMaker é 
totalmente compatível com a compilação de módulos TensorFlow (tf.*) e módulos TensorFlow 
Keras (tf.keras.*).

• Foi adicionado suporte para contêineres personalizados criados com a extensão do Contêineres 
de Aprendizado Profundo AWS para o TensorFlow. Para obter mais informações, consulte
Habilitar o compilador de treinamento do SageMaker usando o SDK do SageMaker Python e 
Estendendo os contêineres de Aprendizado Profundo do Framework do SageMaker.

• Foi adicionado suporte para instâncias G5 para trabalhos de treinamento do TensorFlow.

Notas da versão 4013
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Migração para Contêineres de Aprendizado Profundo AWS

Essa versão foi aprovada no teste de benchmark e foi migrada para o seguinte contêiner AWS de 
aprendizado profundo:

• TensorFlow 2.9.1

763104351884.dkr.ecr.<region>.amazonaws.com/tensorflow-training:2.9.1-gpu-py39-cu112-
ubuntu20.04-sagemaker

Para encontrar uma lista completa dos contêineres pré-criados com o Amazon SageMaker 
Training Compiler, consulte Frameworks compatíves com Regiões da AWS, tipos de instância e 
modelos testados.

Notas da Versão do Compilador de Treinamento do SageMaker: 26 de abril de 2022

Melhorias

• Foi adicionado suporte para todos os locais Regiões da AWS em que os AWSContêineres de 
Aprendizado Profundo estão em serviço, exceto nas regiões da China.

Notas da Versão do Compilador de Treinamento do SageMaker: 12 de abril de 2022

Atualizações de moeda

• Foi adicionado suporte para Transformadores do Hugging Face v4.17.0 com TensorFlow v2.6.3 e 
PyTorch v1.10.2.

Notas da Versão do Compilador de Treinamento do SageMaker: 21 de fevereiro de 
2022

Melhorias

• Conclusão do teste de benchmark e confirmada a aceleração do treinamento nos tipos de 
instância ml.g4dn. Para encontrar uma lista completa das instâncias ml testadas, consulte Tipos 
de instâncias compatíveis.

Notas da versão 4014
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Notas da Versão do Compilador de Treinamento do SageMaker: 01 de dezembro de 
2021

Novos recursos

• Lançado Co Amazon SageMaker Training Compiler na AWSre:Invent 2021.

Migração para Contêineres de Aprendizado Profundo AWS

• O Amazon SageMaker Training Compiler passou no teste de benchmark e foi migrado para os 
Contêineres de Aprendizado Profundo AWS. Para encontrar uma lista completa dos contêineres 
pré-criados com o Amazon SageMaker Training Compiler, consulte Frameworks compatíves com 
Regiões da AWS, tipos de instância e modelos testados.

Acesse dados de treinamento

Ao criar um trabalho de treinamento, você especifica a localização de um conjunto de dados de 
treinamento e um modo de entrada para acessar o conjunto de dados. Para localização de dados, a 
Amazon SageMaker oferece suporte ao Amazon Simple Storage Service (Amazon S3), ao Amazon 
Elastic File System (Amazon EFS) e ao Amazon FSx for Lustre. Os modos de entrada determinam 
se os arquivos de dados do conjunto de dados devem ser transmitidos em tempo real ou se devem 
ser baixados todo o conjunto de dados no início do trabalho de treinamento.

Note

O conjunto de dados de entrada deve estar no mesmo Região da AWS que o trabalho de 
treinamento.

SageMaker Modos de entrada e armazenamento AWS em nuvem

Esta seção resume os modos SageMaker de entrada do Amazon S3 e dos sistemas de arquivos no 
Amazon EFS e no Amazon FSx for Lustre.

Acesse dados de treinamento 4015
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• O modo de arquivo apresenta uma visualização do sistema de arquivos do conjunto de dados 
para o contêiner de treinamento. Esse é o modo de entrada padrão se você não especificar 
explicitamente uma das outras duas opções. Se você usa o modo de arquivo, SageMaker baixa 
os dados de treinamento do local de armazenamento para um diretório local no contêiner do 
Docker. O treinamento começa após o download do conjunto de dados completo. No modo de 
arquivo, a instância de treinamento deve ter espaço de armazenamento suficiente para caber em 
todo o conjunto de dados. A velocidade de download do modo de arquivo depende do tamanho 
do conjunto de dados, do tamanho médio dos arquivos e do número de arquivos. Você pode 
configurar o conjunto de dados para o modo de arquivo fornecendo um prefixo, arquivo de 
manifesto ou arquivo de manifesto aumentado do Amazon S3. Use um prefixo S3 quando todos 
os arquivos do conjunto de dados estiverem localizados em um prefixo S3 comum. O modo 
de arquivo é compatível com o modo SageMaker local (iniciando um contêiner de SageMaker 
treinamento interativamente em segundos). Para treinamento distribuído, você pode fragmentar o 
conjunto de dados em várias instâncias com a opção ShardedByS3Key.

• O modo de arquivo rápido dá acesso ao sistema de arquivos a uma fonte de dados do Amazon S3 
enquanto aproveita a vantagem de desempenho do modo pipe. No início do treinamento, o modo 
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de arquivo rápido identifica os arquivos de dados, mas não os baixa. O treinamento pode começar 
sem esperar o download de todo o conjunto de dados. Isso significa que o startup do treinamento 
leva menos tempo quando há menos arquivos no prefixo Amazon S3 fornecido.

Em contraste com o modo pipe, o modo de arquivo rápido funciona com acesso randomizado 
aos dados. No entanto, funciona melhor quando os dados são lidos sequencialmente. O modo de 
arquivo rápido não é compatível com arquivos de manifesto aumentados.

O modo de arquivo rápido expõe objetos do S3 usando uma interface de sistema de arquivos 
compatível com POSIX, como se os arquivos estivessem disponíveis no disco local da sua 
instância de treinamento. Ele transmite conteúdo do S3 sob demanda à medida que seu script de 
treinamento consome dados. Isso significa que seu conjunto de dados não precisa mais caber 
no espaço de armazenamento da instância de treinamento como um todo, e você não precisa 
esperar que o conjunto de dados seja baixado para a instância de treinamento antes do início 
do treinamento. Atualmente, o Fast File suporta apenas prefixos S3 (não suporta manifesto e 
manifesto aumentado). O modo de arquivo rápido é compatível com o modo SageMaker local.

• O modo Pipe transmite dados diretamente de uma fonte de dados do Amazon S3. O streaming 
pode proporcionar tempos de inicialização mais rápidos um throughput melhor que o modo de 
arquivo.

Ao transmitir os dados diretamente, você pode reduzir o tamanho dos volumes do Amazon EBS 
usados pela instância de treinamento. O modo de Pipe precisa apenas de espaço em disco 
suficiente para armazenar os artefatos de modelo finais.

É outro modo de streaming que é amplamente substituído pelo modo de arquivo mais novo 
e simpler-to-use rápido. No modo pipe, os dados são pré-obtidos do Amazon S3 com alta 
simultaneidade e throughput e transmitidos para um canal nomeado, também conhecido como 
canal First-In-First-Out (FIFO) por seu comportamento. Cada pipe só pode ser lido por um único 
processo. Uma extensão SageMaker específica para integrar TensorFlow convenientemente 
o modo Pipe ao carregador de TensorFlow dados nativo para streaming de texto, TFRecords 
ou formatos de arquivo Recordio. O modo Pipe também é compatível com fragmentação e 
embaralhamento de dados gerenciados.

• O Amazon S3 Express One Zone é uma classe de armazenamento de zona de disponibilidade 
única e alto desempenho que pode fornecer acesso consistente a dados de um dígito em 
milissegundos para os aplicativos mais sensíveis à latência, incluindo treinamento de modelos. 
SageMaker O Amazon S3 Express One Zone permite que os clientes coloquem seus recursos 
computacionais e de armazenamento de objetos em uma única zona de AWS disponibilidade, 
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otimizando o desempenho e os custos computacionais com maior velocidade de processamento 
de dados. Para aumentar ainda mais a velocidade de acesso e oferecer suporte a centenas de 
milhares de solicitações por segundo, os dados são armazenados em um novo tipo de bucket, um 
bucket de diretório Amazon S3.

SageMaker o treinamento de modelos oferece suporte a buckets de diretório de alto desempenho 
do Amazon S3 Express One Zone como um local de entrada de dados para o modo de arquivo, 
modo de arquivo rápido e modo pipe. Para usar o Amazon S3 Express One Zone, insira a 
localização do bucket do diretório Amazon S3 Express One Zone em vez de um bucket do Amazon 
S3. Forneça o ARN para a função do IAM com o controle de acesso e a política de permissões 
necessários. Para mais detalhes, consulte AmazonSageMakerFullAccesspolicy. Para obter mais 
informações, consulte S3 Express One Zone.

• Amazon FSx for Lustre — O FSx para Lustre pode ser escalado para centenas de gigabytes de 
throughput e milhões de IOPS com recuperação de arquivos de baixa latência. Ao iniciar um 
trabalho de treinamento, SageMaker monta o sistema de arquivos FSx for Lustre no sistema de 
arquivos da instância de treinamento e inicia seu script de treinamento. A montagem em si é uma 
operação relativamente rápida que não depende do tamanho do conjunto de dados armazenado 
no FSx for Lustre.

Para acessar o FSx for Lustre, seu trabalho de treinamento deve se conectar a uma Amazon 
Virtual Private Cloud (VPC), o que requer configuração DevOps e envolvimento. Para evitar custos 
de transferência de dados, o sistema de arquivos usa uma única zona de disponibilidade e você 
precisa especificar uma sub-rede VPC que mapeie essa ID da zona de disponibilidade ao executar 
o trabalho de treinamento.

• Amazon EFS — Para usar o Amazon EFS como fonte de dados, os dados já devem residir no 
Amazon EFS antes do treinamento. SageMaker monta o sistema de arquivos do Amazon EFS 
especificado na instância de treinamento e, em seguida, inicia seu script de treinamento. Seu 
trabalho de treinamento deve se conectar a uma VPC para acessar o Amazon EFS.

Tip

Para saber mais sobre como especificar sua configuração de VPC para SageMaker 
estimadores, consulte Usar sistemas de arquivos como entradas de treinamento na 
documentação do SageMaker SDK para Python.
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Escolhendo o modo de entrada de dados usando o SDK do SageMaker 
Python

SageMaker O Python SDK fornece a classe genérica Estimator e suas variações para estruturas 
de ML para o lançamento de trabalhos de treinamento. Você pode especificar um dos modos de 
entrada de dados ao configurar a SageMaker Estimator classe ou o Estimator.fit método. Os 
modelos de código a seguir mostram as duas formas de especificar os modos de entrada.

Para especificar o modo de entrada usando a classe Estimator

from sagemaker.estimator import Estimator
from sagemaker.inputs import TrainingInput

estimator = Estimator( 
    checkpoint_s3_uri='s3://my-bucket/checkpoint-destination/', 
    output_path='s3://my-bucket/output-path/', 
    base_job_name='job-name', 
    input_mode='File'  # Available options: File | Pipe | FastFile 
    ...
)

# Run the training job
estimator.fit( 
    inputs=TrainingInput(s3_data="s3://my-bucket/my-data/train")
)

Para obter mais informações, consulte a classe SageMaker.Estimator.Estimator na documentação do 
SDK para Python. SageMaker

Para especificar o modo de entrada por meio do método de ajuste do Estimator

from sagemaker.estimator import Estimator
from sagemaker.inputs import TrainingInput

estimator = Estimator( 
    checkpoint_s3_uri='s3://my-bucket/checkpoint-destination/', 
    output_path='s3://my-bucket/output-path/', 
    base_job_name='job-name', 
    ...
)
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# Run the training job
estimator.fit( 
    inputs=TrainingInput( 
        s3_data="s3://my-bucket/my-data/train", 
        input_mode='File'  # Available options: File | Pipe | FastFile 
    )
)

Para obter mais informações, consulte o método da classe SageMaker.Estimator.fit e o 
sagemaker.inputs. TrainingInputclasse na documentação do SageMaker Python SDK.

Tip

Para saber mais sobre como configurar o Amazon FSx for Lustre ou o Amazon EFS com sua 
SageMaker configuração de VPC usando os estimadores do SDK do Python, consulte Usar 
sistemas de arquivos como entradas de treinamento na documentação do SDK do Python. 
SageMaker

Tip

As integrações do modo de entrada de dados com o Amazon S3, o Amazon EFS e o FSx 
for Lustre são formas recomendadas de configurar a fonte de dados de forma otimizada de 
acordo com as melhores práticas. Você pode melhorar estrategicamente o desempenho do 
carregamento de dados usando as opções de armazenamento SageMaker gerenciado e 
os modos de entrada, mas isso não é estritamente restrito. Você pode escrever sua própria 
lógica de leitura de dados diretamente no seu contêiner de treinamento. Por exemplo, você 
pode configurar para ler de uma fonte de dados diferente, escrever sua própria classe de 
carregador de dados S3 ou usar as funções de carregamento de dados de estruturas de 
terceiros em seu script de treinamento. No entanto, você deve se certificar de especificar os 
caminhos corretos que SageMaker podem ser reconhecidos.

Tip

Se você usa um contêiner de treinamento personalizado, certifique-se de instalar o kit de 
ferramentas de SageMaker treinamento que ajuda a configurar o ambiente para trabalhos 
de SageMaker treinamento. Caso contrário, você deve especificar as variáveis de ambiente 
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explicitamente em seu Dockerfile. Para obter mais informações, consulte Criar um contêiner 
com seus próprios algoritmos e modelos.

Para obter mais informações sobre como definir os modos de entrada de dados usando as 
SageMaker APIs de baixo nívelComo a Amazon SageMaker fornece informações de treinamento, 
consulte a CreateTrainingJobAPI e o TrainingInputMode em. AlgorithmSpecification

Configurar o canal de entrada de dados para usar o Amazon FSx para 
Lustre

Aprenda a usar o Amazon FSx para Lustre como sua fonte de dados para maior throughput e 
treinamento mais rápido, reduzindo o tempo de carregamento de dados.

Sincronizar o Amazon S3 para Lustre

Para vincular seu Amazon S3 ao Amazon FSx para Lustre e carregar seus conjuntos de dados de 
treinamento, faça o seguinte.

1. Prepare o conjunto de dados e faça upload para um bucket do Amazon S3. Por exemplo, suponha 
que os caminhos do Amazon S3 para um conjunto de dados de treino e um conjunto de dados de 
teste estejam no formato a seguir.

s3://my-bucket/data/train
s3://my-bucket/data/test

2. Para criar um sistema de arquivos FSx para Lustre vinculado ao bucket do Amazon S3 com 
os dados de treinamento, siga as etapas em Vincular seu sistema de arquivos a um bucket do 
Amazon S3 no Guia do usuário do Amazon FSx for Lustre. Certifique-se de adicionar um endpoint 
à sua VPC permitindo o acesso ao Amazon S3. Para ter mais informações, consulte the section 
called “Criar um endpoint de VPC do Amazon S3”. Quando especificar o caminho do repositório 
de dados, forneça o URI do bucket do Amazon S3 da pasta que contém seus conjuntos de dados. 
Por exemplo, com base nos exemplos de caminhos do S3 na etapa 1, o caminho do repositório de 
dados deve ser o seguinte.

s3://my-bucket/data

3. Depois que o sistema de arquivos FSx for Lustre for criado, verifique as informações de 
configuração executando os comandos a seguir.
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aws fsx describe-file-systems && \
aws fsx describe-data-repository-association

Esses comandos retornam FileSystemId, MountName, FileSystemPath e
DataRepositoryPath. Por exemplo, os resultados serão semelhantes ao seguinte.

# Output of aws fsx describe-file-systems
"FileSystemId": "fs-0123456789abcdef0"
"MountName": "1234abcd"

# Output of aws fsx describe-data-repository-association
"FileSystemPath": "/ns1",
"DataRepositoryPath": "s3://my-bucket/data/"

Quando a sincronização entre o Amazon S3 e o Amazon FSx estiver concluída, seus conjuntos de 
dados serão salvos no Amazon FSx nos diretórios a seguir.

/ns1/train  # synced with s3://my-bucket/data/train
/ns1/test   # synced with s3://my-bucket/data/test

Defina o caminho do sistema de arquivos Amazon FSx como o canal de entrada de 
dados para treinamento SageMaker

Os procedimentos a seguir orientam você no processo de configuração do sistema de arquivos 
Amazon FSx como fonte de dados para trabalhos de SageMaker treinamento.

Using the SageMaker Python SDK

Para definir adequadamente o sistema de arquivos Amazon FSx como fonte de dados, configure 
as classes do SageMaker estimador FileSystemInput usando as instruções a seguir.

1. Configure um objeto FileSystemInput de classe.

from sagemaker.inputs import FileSystemInput

train_fs = FileSystemInput( 
    file_system_id="fs-0123456789abcdef0", 
    file_system_type="FSxLustre", 
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    directory_path="/1234abcd/ns1/", 
    file_system_access_mode="ro",
)

Tip

Quando especificar directory_path, certifique-se de fornecer o caminho do sistema 
de arquivos Amazon FSx começando com MountName.

2. Configure um SageMaker estimador com a configuração de VPC usada para o sistema de 
arquivos Amazon FSx.

from sagemaker.estimator import Estimator

estimator = Estimator( 
    ... 
    role="your-iam-role-with-access-to-your-fsx", 
    subnets=["subnet-id"],  # Should be the same as the subnet used for Amazon FSx 
    security_group_ids="security-group-id"
)

3. Inicie o trabalho de treinamento executando o método estimator.fit com o sistema de arquivos 
Amazon FSx.

estimator.fit(train_fs)

Para encontrar mais exemplos de código, consulte Usar sistemas de arquivos como entradas de 
treinamento na documentação do SDK do SageMaker Python.

Using the SageMaker CreateTrainingJob API

Como parte da CreateTrainingJobsolicitação JSON, configure da InputDataConfig seguinte 
maneira.

"InputDataConfig": [  
    {  
        "ChannelName": "string", 
        "DataSource": {  
            "FileSystemDataSource": {  
                "DirectoryPath": "/1234abcd/ns1/", 
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                "FileSystemAccessMode": "ro", 
                "FileSystemId": "fs-0123456789abcdef0", 
                "FileSystemType": "FSxLustre" 
            } 
        } 
    }
],

Tip

Quando especificar DirectoryPath, certifique-se de fornecer o caminho do sistema de 
arquivos Amazon FSx começando com MountName.

Dicas e considerações ao configurar o FSx for Lustre

1. Ao usar instâncias habilitadas para EFA, como P4d e P3dn, certifique-se de definir as regras 
de entrada e saída apropriadas no grupo de segurança. Especialmente, a abertura dessas 
portas é necessária SageMaker para acessar o sistema de arquivos Amazon FSx no trabalho de 
treinamento. Para saber mais, consulte Controle de acesso do sistema de arquivos com o Amazon 
VPC.

2. Certifique-se de que a função do IAM usada para iniciar o trabalho de SageMaker treinamento 
tenha acesso ao Amazon FSx.

Melhores práticas para escolher a fonte de dados e o modo de entrada

A melhor fonte de dados para seu trabalho de treinamento depende das características da workload, 
como o tamanho do conjunto de dados, o formato do arquivo, o tamanho médio dos arquivos, a 
duração do treinamento, um padrão de leitura sequencial ou randomizado do carregador de dados e 
a rapidez com que seu modelo pode consumir os dados de treinamento. As práticas recomendadas 
a seguir fornecem diretrizes para começar a usar o modo de entrada e o armazenamento de dados 
mais adequados para seu caso de uso.
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This flowchart summarizes and visualizes best practices of choosing the best storage as the data 
source and input file mode. All of the cases in the flowchart are described in the following sections.

Quando usar o Amazon EFS

Se o seu conjunto de dados estiver armazenado no Amazon Elastic File System, você pode ter um 
aplicativo de pré-processamento ou anotações que usa o Amazon EFS para armazenamento. Você 
pode executar um trabalho de treinamento configurado com um canal de dados que aponta para o 
sistema de arquivos do Amazon EFS. Para obter mais informações, consulte Acelere o treinamento 
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na Amazon SageMaker usando os sistemas de arquivos Amazon FSx for Lustre e Amazon EFS. Se 
você não conseguir obter um desempenho melhor, verifique suas opções de otimização seguindo o
guia de desempenho do Amazon Elastic File System ou considere usar diferentes modos de entrada 
ou armazenamento de dados.

Use o modo de arquivo para pequenos conjuntos de dados

Se o conjunto de dados estiver armazenado no Amazon Simple Storage Service e seu volume geral 
for relativamente pequeno (por exemplo, menos de 50 a 100 GB), tente usar o modo de arquivo. 
A sobrecarga do download de um conjunto de dados de 50 GB pode variar com base no número 
total de arquivos. Por exemplo, leva cerca de 5 minutos se um conjunto de dados for dividido em 
fragmentos de 100 MB. Se essa sobrecarga inicial é aceitável depende principalmente da duração 
geral do seu trabalho de treinamento, porque uma fase de treinamento mais longa significa uma fase 
de download proporcionalmente menor.

Serializar muitos arquivos pequenos

Se o tamanho do seu conjunto de dados for pequeno (menos de 50 a 100 GB), mas for composto 
por muitos arquivos pequenos (menos de 50 MB por arquivo), a sobrecarga de download do modo 
de arquivo aumentará, pois cada arquivo precisa ser baixado individualmente do Amazon Simple 
Storage Service para o volume da instância de treinamento. Para reduzir essa sobrecarga e o tempo 
de passagem de dados em geral, considere serializar grupos desses arquivos pequenos em menos 
contêineres de arquivos maiores (como 150 MB por arquivo) usando formatos de arquivo, como
TFRecord TensorFlow for, for  WebDatasete PyTorch Recordio for MXNet.

Quando usar o modo de arquivo rápido

Para conjuntos de dados maiores com arquivos maiores (mais de 50 MB por arquivo), a primeira 
opção é experimentar o modo de arquivo rápido, que é mais simples de usar do que o FSx for 
Lustre porque não requer a criação de um sistema de arquivos ou a conexão com uma VPC. 
O modo de arquivo rápido é ideal para contêineres de arquivos grandes (mais de 150 MB) e 
também pode funcionar bem com arquivos com mais de 50 MB. Como o modo de arquivo rápido 
fornece uma interface POSIX, ele suporta leituras randomizadas (leitura de intervalos de bytes 
não sequenciais). No entanto, esse não é o caso de uso ideal e seu throughput pode ser menor 
do que com as leituras sequenciais. No entanto, se você tiver um modelo de ML relativamente 
grande e computacionalmente intensivo, o modo de arquivo rápido ainda poderá saturar a largura 
de banda efetiva do pipeline de treinamento e não resultar em um gargalo de E/S. Você precisará 
experimentar e ver. Para alternar do modo de arquivo para o modo de arquivo rápido (e vice-versa), 
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basta adicionar (ou remover) o input_mode='FastFile' parâmetro ao definir seu canal de 
entrada usando o SDK do SageMaker Python:

sagemaker.inputs.TrainingInput(S3_INPUT_FOLDER,  input_mode = 'FastFile')

Quando usar o Amazon FSx para Lustre

Se o seu conjunto de dados for muito grande para o modo de arquivo, tiver muitos arquivos 
pequenos que você não pode serializar facilmente ou usar um padrão de acesso de leitura aleatória, 
o FSx for Lustre é uma boa opção a ser considerada. Seu sistema de arquivos é escalável para 
centenas de gigabytes por segundo (GB/s) de throughput e milhões de IOPS, o que é ideal 
quando você tem muitos arquivos pequenos. No entanto, observe que pode haver o problema de 
inicialização a frio devido ao carregamento lento e à sobrecarga de configurar e inicializar o sistema 
de arquivos FSx for Lustre.

Tip

Para saber mais, consulte Escolha a melhor fonte de dados para seu trabalho de SageMaker 
treinamento na Amazon. Este blog AWS de machine learning discute ainda mais os estudos 
de caso e o benchmark de desempenho de fontes de dados e modos de entrada.

Treine usando um Heterogeneous Cluster

Usando o atributo de cluster heterogêneo do SageMaker Training, você pode executar um trabalho 
de treinamento com vários tipos de instâncias de ML para uma melhor escalabilidade e utilização de 
recursos para diferentes tarefas e propósitos de treinamento de ML. Por exemplo, se o seu trabalho 
de treinamento em um cluster com instâncias de GPU apresentar problemas de baixa utilização da 
GPU e de gargalo de CPU devido a tarefas intensivas de CPU, o uso de um cluster heterogêneo 
pode ajudar a aliviar tarefas intensivas de CPU adicionando grupos de instâncias de CPU mais 
econômicos, resolvendo esses problemas de gargalo e alcançando uma melhor utilização da GPU.

Note

Esse atributo está disponível no SageMaker Python SDK v2.98.0 e versões posteriores.
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Note

Esse atributo está disponível por meio das classes de estimador das estruturas PyTorch
e TensorFlow do SageMaker. As estruturas compatíveis são PyTorch v1.10 ou posterior e 
TensorFlow v2.6 ou posterior.

Tópicos

• Como configurar um cluster heterogêneo

• Treinamento distribuído com um cluster heterogêneo

• Modifique seu script de treinamento para atribuir grupos de instâncias

• Considerações

• Exemplos, blogs e estudos de caso

Como configurar um cluster heterogêneo

Esta seção fornece instruções sobre como executar um trabalho de treinamento usando um cluster 
heterogêneo que consiste em vários tipos de instância.

Tópicos

• Usando o SageMaker Python SDK

• Usando as APIs de nível inferior do SageMaker

Usando o SageMaker Python SDK

Siga as instruções sobre como configurar grupos de instâncias para um cluster heterogêneo usando 
o do SageMaker Python SDK.

1. Para configurar grupos de instâncias de um cluster heterogêneo para um trabalho de 
treinamento, use a classe sagemaker.instance_group.InstanceGroup. Você pode 
especificar um nome personalizado para cada grupo de instâncias, o tipo de instância e o 
número de instâncias para cada grupo de instâncias. Para obter mais informações, consulte
SageMaker.instance_group.InstanceGroup na documentação do Python SDK do SageMaker.
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Note

Para obter mais informações sobre os tipos de instância disponíveis e o número máximo 
de grupos de instâncias que você pode configurar em um cluster heterogêneo, consulte a 
referência da API InstanceGroup.

O exemplo de código a seguir mostra como configurar dois grupos de instâncias que consistem 
em duas instâncias ml.c5.18xlarge somente de CPU nomeadas instance_group_1 e uma 
instância de GPU ml.p3dn.24xlarge chamada instance_group_2, conforme mostrado no 
diagrama a seguir.

The preceding diagram shows a conceptual example of how pre-training processes, such as data 
preprocessing, can be assigned to the CPU instance group and stream the preprocessed data to 
the GPU instance group.

from sagemaker.instance_group import InstanceGroup

instance_group_1 = InstanceGroup( 
    "instance_group_1", "ml.c5.18xlarge", 2
)
instance_group_2 = InstanceGroup( 
    "instance_group_2", "ml.p3dn.24xlarge", 1
)

2. Usando os objetos do grupo de instâncias, configure canais de entrada de treinamento e atribua 
grupos de instâncias aos canais por meio do argumento instance_group_names da classe
SageMaker.Inputs.TrainingInput. O argumento instance_group_names aceita uma lista de 
strings de nomes de grupos de instâncias.
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O exemplo a seguir mostra como definir dois canais de entrada de treinamento e atribuir os 
grupos de instâncias criados no exemplo da etapa anterior. Você também pode especificar 
caminhos de bucket do Amazon S3 para o argumento s3_data para que os grupos de instâncias 
processem dados para suas finalidades de uso.

from sagemaker.inputs import TrainingInput

training_input_channel_1 = TrainingInput( 
    s3_data_type='S3Prefix', # Available Options: S3Prefix | ManifestFile | 
 AugmentedManifestFile 
    s3_data='s3://your-training-data-storage/folder1', 
    distribution='FullyReplicated', # Available Options: FullyReplicated | 
 ShardedByS3Key  
    input_mode='File', # Available Options: File | Pipe | FastFile 
    instance_groups=["instance_group_1"]
)

training_input_channel_2 = TrainingInput( 
    s3_data_type='S3Prefix', 
    s3_data='s3://your-training-data-storage/folder2', 
    distribution='FullyReplicated', 
    input_mode='File', 
    instance_groups=["instance_group_2"]
)

Para obter mais informações sobre os argumentos deTrainingInput, consulte os seguintes 
links.

• A classe SageMaker.Inputs.TrainingInput na documentação do Python SDK do SageMaker

• A API S3DataSource na referência da API SageMaker

3. Configure um estimador do SageMaker com o argumento, conforme mostrado no exemplo de 
código instance_groups a seguir. O argumento instance_groups aceita uma lista de 
objetos InstanceGroup.

PyTorch

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ... 
    entry_point='my-training-script.py', 
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    framework_version='x.y.z',    # 1.10.0 or later 
    py_version='pyxy',             
    job_name='my-training-job-with-heterogeneous-cluster', 
    instance_groups=[instance_group_1, instance_group_2]
)

TensorFlow

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
    ... 
    entry_point='my-training-script.py', 
    framework_version='x.y.z', # 2.6.0 or later 
    py_version='pyxy', 
    job_name='my-training-job-with-heterogeneous-cluster', 
    instance_groups=[instance_group_1, instance_group_2]
)

Note

O par de argumentos instance_type e instance_count e o argumento
instance_groups da classe estimadora do SageMaker são mutuamente exclusivos. 
Para um treinamento de cluster homogêneo, use o par de argumentos instance_type e
instance_count. Para treinamento de clusters heterogêneos, use instance_groups.

Note

Para encontrar uma lista completa dos contêineres, versões do framework e versões do 
Python disponíveis, consulte Contêineres do SageMaker Framework no repositório AWS 
do GitHub do Deep Learning Container.

4. Configure o estimator.fit método com os canais de entrada de treinamento configurados com 
os grupos de instâncias e inicie o trabalho de treinamento.

estimator.fit( 
    inputs={ 
        'training': training_input_channel_1,  
        'dummy-input-channel': training_input_channel_2
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    }
)

Usando as APIs de nível inferior do SageMaker

Se você usa AWS Command Line Interface ou AWS SDK for Python (Boto3) e quer usar as APIs de 
nível inferior do SageMaker para enviar uma solicitação de trabalho de treinamento com um cluster 
heterogêneo, consulte as referências de API a seguir.

• CreateTrainingJob

• ResourceConfig

• InstanceGroups

• S3DataSource

Treinamento distribuído com um cluster heterogêneo

Por meio do argumento distribution da classe estimadora do SageMaker, você pode atribuir um 
grupo de instâncias específico para executar o treinamento distribuído. Por exemplo, suponha que 
você tenha os dois grupos de instâncias a seguir e queira executar um treinamento com várias GPUs 
em um deles.

from sagemaker.instance_group import InstanceGroup

instance_group_1 = InstanceGroup("instance_group_1", "ml.c5.18xlarge", 1)
instance_group_2 = InstanceGroup("instance_group_2", "ml.p3dn.24xlarge", 2)

Você pode definir a configuração de treinamento distribuído para um dos grupos de instâncias. Por 
exemplo, os exemplos de código a seguir mostram como atribuir training_group_2 com duas 
instâncias ml.p3dn.24xlarge à configuração de treinamento distribuído.

Note

Atualmente, somente um grupo de instâncias de um cluster heterogêneo pode ser 
especificado para a configuração de distribuição.

Com MPI
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PyTorch

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "mpi": { 
            "enabled": True, "processes_per_host": 8
        }, 
        "instance_groups": [instance_group_2] 
    }
)

TensorFlow

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "mpi": { 
            "enabled": True, "processes_per_host": 8
        }, 
        "instance_groups": [instance_group_2] 
    }
)

Instale a biblioteca de paralelismo de dados do SageMaker

PyTorch

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "smdistributed": { 
            "dataparallel": { 
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                "enabled": True 
            } 
        },  
        "instance_groups": [instance_group_2] 
    }
)

TensorFlow

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "smdistributed": { 
            "dataparallel": { 
                "enabled": True 
            } 
        },  
        "instance_groups": [instance_group_2] 
    }
)

Note

Quando usar a biblioteca paralela de dados do SageMaker, verifique se o grupo de 
instâncias consiste nos tipos de instância compatíveis com a biblioteca.

Para obter mais informações sobre a biblioteca paralela de dados do SageMaker, consulte
Treinamento em paralelismo de dados do SageMaker.

Com a biblioteca de paralelismo de modelos do SageMaker

PyTorch

from sagemaker.pytorch import PyTorch

estimator = PyTorch( 
    ... 
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    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "smdistributed": { 
            "modelparallel": { 
                "enabled":True, 
                "parameters": { 
                    ...   # SageMaker model parallel parameters 
                }  
            } 
        },  
        "instance_groups": [instance_group_2] 
    }
)

TensorFlow

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow( 
    ... 
    instance_groups=[instance_group_1, instance_group_2], 
    distribution={ 
        "smdistributed": { 
            "modelparallel": { 
                "enabled":True, 
                "parameters": { 
                    ...   # SageMaker model parallel parameters 
                }  
            } 
        },  
        "instance_groups": [instance_group_2] 
    }
)

Para obter mais informações sobre a biblioteca de paralelismo de modelos do SageMaker, consulte
Treinamento em paralelismo de modelos do SageMaker.

Modifique seu script de treinamento para atribuir grupos de instâncias

Com a configuração de cluster heterogêneo nas seções anteriores, você preparou o ambiente de 
treinamento e as instâncias do SageMaker para seu trabalho de treinamento. Para atribuir ainda 
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mais os grupos de instâncias a determinadas tarefas de treinamento e processamento de dados, 
a próxima etapa é modificar seu script de treinamento. Por padrão, o trabalho de treinamento 
simplesmente cria réplicas de scripts de treinamento para todos os nós, independentemente do 
tamanho da instância, e isso pode levar a perda de desempenho.

Por exemplo, se você misturar instâncias de CPU e instâncias de GPU em um cluster heterogêneo 
enquanto passa um script de treinamento de rede neural profunda para o argumento entry_point
do estimador do SageMaker, o script entry_point é replicado para cada instância. Isso significa 
que, sem a atribuição adequada de tarefas, as instâncias de CPU também executam o script 
inteiro e iniciam o trabalho de treinamento projetado para treinamento distribuído em instâncias 
de GPU. Portanto, você deve fazer alterações nas funções de processamento específicas que 
deseja descarregar e executar nas instâncias da CPU. Você pode usar as variáveis de ambiente 
do SageMaker para recuperar as informações do cluster heterogêneo e permitir que processos 
específicos sejam executados adequadamente.

Consulte informações do grupo de instâncias durante a fase de inicialização de um 
trabalho de treinamento do SageMaker

Quando seu trabalho de treinamento começa, seu script de treinamento lê as informações do 
ambiente de treinamento do SageMaker que incluem a configuração heterogênea do cluster. A 
configuração contém informações como os grupos de instâncias atuais, os hosts atuais em cada 
grupo e em qual grupo o host atual reside.

Você pode recuperar as informações do grupo de instâncias das seguintes maneiras.

(Recomendado) Lendo as informações do grupo de instâncias com o kit de ferramentas de 
treinamento do SageMaker

Use o módulo de módulo Python fornecido pela biblioteca do kit de ferramentas de treinamento 
do SageMaker. A biblioteca do kit de ferramentas está pré-instalada nos contêineres da estrutura 
do SageMaker para TensorFlow e PyTorch, portanto, você não precisa de uma etapa adicional 
de instalação ao usar os contêineres pré-criados. Essa é a forma recomendada de recuperar as 
variáveis de ambiente do SageMaker com menos alterações de código em seu script de treinamento.

from sagemaker_training import environment

env = environment.Environment()

Variáveis de ambiente relacionadas ao treinamento geral do SageMaker e aos clusters 
heterogêneos:
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• env.is_hetero - Retorna um resultado booleano, independentemente de um cluster 
heterogêneo estar configurado ou não.

• env.current_host - Retorna o host atual.

• env.current_instance_type - Retorna o tipo de instância do host atual.

• env.current_instance_group - Retorna o nome do grupo de instâncias atual.

• env.current_instance_group_hosts - Retorna uma lista de hosts no grupo de instâncias 
atual.

• env.instance_groups - Retorna uma lista de nomes de grupos de instâncias usados para 
treinamento.

• env.instance_groups_dict - Retorna toda a configuração heterogênea do cluster do trabalho 
de treinamento.

• env.distribution_instance_groups - Retorna uma lista de grupos de instâncias atribuídos 
ao parâmetro distribution da classe estimadora do SageMaker.

• env.distribution_hosts - Retorna uma lista de hosts pertencentes aos grupos de instâncias 
atribuídos ao parâmetro distribution da classe estimadora do SageMaker.

Por exemplo, considere o exemplo a seguir de um cluster heterogêneo que consiste em dois grupos 
de instâncias.

from sagemaker.instance_group import InstanceGroup

instance_group_1 = InstanceGroup( 
    "instance_group_1", "ml.c5.18xlarge", 1)
instance_group_2 = InstanceGroup( 
    "instance_group_2", "ml.p3dn.24xlarge", 2)

A saída do exemplo env.instance_groups_dict de cluster heterogêneo deve ser semelhante à 
seguinte.

{ 
    "instance_group_1": { 
        "hosts": [ 
            "algo-2" 
        ], 
        "instance_group_name": "instance_group_1", 
        "instance_type": "ml.c5.18xlarge" 
    }, 

Modifique seu script de treinamento para atribuir grupos de instâncias 4037



Amazon SageMaker Guia do Desenvolvedor

    "instance_group_2": { 
        "hosts": [ 
            "algo-3", 
            "algo-1" 
        ], 
        "instance_group_name": "instance_group_2", 
        "instance_type": "ml.p3dn.24xlarge" 
    }
}

(Opcional) Lendo as informações do grupo de instâncias do arquivo JSON de configuração do 
recurso

Se preferir recuperar as variáveis de ambiente no formato JSON, você poderá usar 
diretamente o arquivo JSON de configuração do recurso. Por padrão, o arquivo JSON em 
uma instância de treinamento do SageMaker está localizado em /opt/ml/input/config/
resourceconfig.json.

file_path = '/opt/ml/input/config/resourceconfig.json'
config = read_file_as_json(file_path)
print(json.dumps(config, indent=4, sort_keys=True))

Considerações

Considere os seguintes itens ao usar o atributo de cluster heterogêneo.

• Todos os grupos de instâncias compartilham a mesma imagem do Docker e o mesmo script de 
treinamento. Portanto, seu script de treinamento deve ser modificado para detectar a qual grupo de 
instâncias ele pertence e bifurcar a execução adequadamente.

• O atributo de cluster heterogêneo não é compatível com o modo local do SageMaker.

• Os fluxos de log do Amazon CloudWatch de um trabalho de treinamento de cluster heterogêneo 
não são agrupados por grupos de instâncias. Você precisa descobrir nos logs quais são os nós 
que estão em qual grupo.

• Esse atributo de cluster está disponível por meio das classes de estimadores das estruturas
PyTorch e TensorFlow do SageMaker. As estruturas compatíveis são PyTorch v1.10 ou posterior 
e TensorFlow v2.6 ou posterior. Para encontrar uma lista completa dos contêineres, versões do 
framework e versões do Python disponíveis, consulte Contêineres do SageMaker Framework no 
repositório AWS do GitHub do Deep Learning Container.

• Uma estratégia de treinamento distribuído só pode ser aplicada a um grupo de instâncias.
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Exemplos, blogs e estudos de caso

O blog a seguir discute estudos de caso sobre o uso do treinamento de cluster heterogêneo do 
SageMaker.

• Melhore a relação preço/desempenho do seu treinamento de modelos usando clusters 
heterogêneos do Amazon SageMaker (27 de outubro de 2022)

Use o treinamento incremental no Amazon SageMaker
Com o tempo, você pode perceber que um modelo gera uma inferência não tão boa como no 
passado. Com o treinamento incremental, você pode usar os artefatos de um modelo existente e 
usar um conjunto de dados expandido para treinar um novo modelo. O treinamento incremental 
economiza tempo e recursos.

Use o treinamento incremental para:

• Treinar um novo modelo usando um conjunto de dados expandido que contenha um padrão 
subjacente que não tenha sido considerado no treinamento anterior e que tenha resultado em 
desempenho ruim do modelo.

• Usar os artefatos de modelo ou uma parte dos artefatos de um modelo popular publicamente 
disponível em um trabalho de treinamento. Você não precisa treinar um novo modelo do zero.

• Retomar um trabalho de treinamento que foi interrompido.

• Treinar várias variantes de um modelo, com diferentes configurações de hiperparâmetros ou 
usando diferentes conjuntos de dados.

Para obter mais informações sobre trabalhos de treinamento, consulte Treine um modelo com a 
Amazon SageMaker.

Você pode realizar o treinamento incremental usando o console do SageMaker ou o Amazon 
SageMaker Python SDK.

Important

No momento, apenas três algoritmos integrados oferecem suporte ao treinamento 
incremental: Detecção de objetos - MXNet, Classificação de imagens - MXNet e Algoritmo de 
segmentação semântica.
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Tópicos

• Realizar o treinamento incremental (console)

• Realizar o treinamento incremental (API)

Realizar o treinamento incremental (console)

Para concluir este procedimento, você precisa:

• O URL do bucket do Amazon Simple Storage Service (Amazon S3) onde você armazenou os 
dados de treinamento.

• O URL do bucket do S3 onde você deseja armazenar o resultado do trabalho.

• O caminho do Amazon Elastic Container Registry onde o código de treinamento foi armazenado. 
Para obter mais informações, consulte Caminhos de registro do Docker e código de exemplo.

• A URL do bucket do S3 onde você armazenou os artefatos de modelo que deseja usar no 
treinamento incremental. Para localizar a URL dos artefatos de modelo, consulte a página de 
detalhes do trabalho de treinamento usado para criar o modelo. Para encontrar a página de 
detalhes, no console do SageMaker, escolha Inferência, escolha Modelos e, então, escolha o 
modelo.

Para reiniciar um trabalho de treinamento interrompido, use a URL para os artefatos de modelo 
armazenados na página de detalhes, como faria com um modelo ou um trabalho de treinamento 
concluído.

Para realizar o treinamento incremental (console)

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Training (Treinamento) e Training jobs (Trabalhos de 
treinamento).

3. Escolha Criar trabalho de treinamento.

4. Forneça um nome para o trabalho de treinamento. O nome deve ser exclusivo em uma região 
AWS em uma conta AWS. O nome do trabalho de treinamento deve ter de 1 a 63 caracteres. 
Caracteres válidos: a-z, A-Z, 0-9 e . : + = @ _ % - (hífen).

5. Escolha o algoritmo que você deseja usar. Para obter informações sobre algoritmos, consulte
Use algoritmos SageMaker integrados da Amazon ou modelos pré-treinados.
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6. (Opcional) Para Configuração de recursos, deixe os valores padrão ou aumente o consumo de 
recursos para reduzir o tempo de cálculo.

a. (Opcional) Em Instance type (Tipo de instância), escolha o tipo de instância de computação 
de ML que você deseja usar. Na maioria dos casos, ml.m4.xlarge é suficiente.

b. Para Contagem de instâncias, use o padrão, 1.

c. (Opcional) Em Additional volume per instance (GB) (Volume adicional por instância), 
escolha o tamanho do volume de armazenamento de ML que você deseja provisionar. Na 
maioria dos casos, você pode usar o padrão, 1. Se estiver usando um conjunto de dados 
grande, use um tamanho maior.

7. Forneça informações sobre os dados de entrada para o conjunto de dados de treinamento.

a. Em Channel name (Nome do canal), deixe o padrão (train) ou insira um nome mais 
significativo para o conjunto de dados de treinamento, como expanded-training-
dataset.

b. Em InputMode, escolha File (Arquivo). Para treinamento incremental, você precisa usar o 
modo de entrada de arquivo.

c. Em S3 data distribution type (Tipo de distribuição de dados do S3), escolha FullyReplicated. 
Isso faz com que cada instância de computação de ML use uma replicação completa do 
conjunto de dados expandido ao treinar incrementalmente.

d. Se o conjunto de dados expandido estiver descompactado, defina o Compression type (Tipo 
de compactação) como None (Nenhum). Se o conjunto de dados expandido for compactado 
usando Gzip, defina-o como Gzip.

e. (Opcional) Se você estiver usando o modo de entrada de arquivo, deixe Tipo de conteúdo
vazio. Para o modo de entrada de Pipe, especifique o tipo MIME apropriado. O Tipo de 
conteúdo é o tipo MIME (Multipurpose Internet Mail Extension) dos dados.

f. Em Record wrapper (Wrapper de registro), se o conjunto de dados for salvo no formato 
RecordIO, escolha RecordIO. Se o seu conjunto de dados não estiver salvo como um 
arquivo formatado com RecordIO, escolha None (Nenhum).

g. Para Tipo de dados S3, se o conjunto de dados for armazenado como um arquivo único, 
escolha S3Prefix. Se o conjunto de dados estiver armazenado como vários arquivos em 
uma pasta, escolha Manifesto.

h. Para Localização do S3, forneça a URL para o caminho onde você armazenou o conjunto 
de dados expandido.

i. Escolha Done (Concluído).
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8. Para usar artefatos de modelo em um trabalho de treinamento, você precisa adicionar um novo 
canal e fornecer as informações necessárias sobre os artefatos do modelo.

a. Para Input data configuration (Configuração dos dados de entrada), escolha Add channel 
(Adicionar canal).

b. Para Channel name (Nome do canal), insira model para identificar esse canal como a 
origem dos artefatos de modelo.

c. Em InputMode, escolha File (Arquivo). Artefatos de modelo são armazenados como 
arquivos.

d. Em S3 data distribution type (Tipo de distribuição de dados do S3), escolha FullyReplicated. 
Isso indica que cada instância de computação de ML deve usar todos os artefatos de 
modelo para treinamento.

e. Para Compression type (Tipo de compactação), escolha None (Nenhum) porque estamos 
usando um modelo para o canal.

f. Deixe Content type (Tipo de conteúdo) vazio. O tipo de conteúdo é o tipo MIME 
(Multipurpose Internet Mail Extension) dos dados. Para artefatos de modelo, deixamos o 
campo vazio.

g. Defina Wrapper de registro como Nenhum, pois os artefatos de modelo não são 
armazenados no formato RecordIO.

h. Para Tipo de dados do S3, se você estiver usando um algoritmo interno ou um algoritmo 
que armazena o modelo como um único arquivo, escolha S3Prefix. Se você estiver usando 
um algoritmo que armazena o modelo como vários arquivos, escolha Manifesto.

i. Para Localização do S3, forneça a URL para o caminho onde você armazenou os artefatos 
de modelo. Normalmente, o modelo é armazenado com o nome model.tar.gz. Para 
localizar a URL dos artefatos de modelo, no painel de navegação, escolha Inferência
e depois Modelos. Na lista de modelos, escolha um modelo para exibir sua página de 
detalhes. A URL dos artefatos do modelo está listada em Contêiner primário.

j. Escolha Done (Concluído).

9. Para Output data configuration (Configuração dos dados de saída), forneça as seguintes 
informações:

a. Para S3 location (Localização do S3), digite o caminho para o bucket do S3 no qual você 
deseja armazenar os dados de saída.

b. (Opcional) Para Chave de criptografia, você pode adicionar sua chave de criptografia AWS 
Key Management Service (AWS KMS) para criptografar os dados de saída em repouso. 
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Forneça o ID da chave ou seu Número de recurso da Amazon (ARN). Para obter mais 
informações, consulte Chaves de criptografia gerenciadas por KMS.

10. (Opcional) Para Tags, adicione uma ou mais tags ao trabalho de treinamento. Uma tag é um 
metadado que você pode definir e atribuir a recursos AWS. Nesse caso, você pode usar tags 
para ajudá-lo a gerenciar seus trabalhos de treinamento. Uma tag consiste em uma chave e um 
valor que você define. Por exemplo, talvez você queira criar uma tag com Project como uma 
chave e um valor que faça referência a um projeto relacionado ao trabalho de treinamento, como
Home value forecasts.

11. Escolha Criar trabalho de treinamento. O SageMaker cria e executa a tarefa de treinamento.

Depois que o trabalho de treinamento for concluído, os artefatos do modelo recém-formados serão 
armazenados no S3 output path (Caminho de saída do S3) que você forneceu no campo Output 
data configuration (Configuração dos dados de saída). Para implantar o modelo e obter previsões, 
consulte Etapa 5: Implantar o modelo do Amazon EC2.

Realizar o treinamento incremental (API)

Este exemplo mostra como usar APIs do SageMaker para treinar um modelo usando o algoritmo de 
classificação de imagens do SageMaker e o Conjunto de dados de imagem Caltech 256 e, depois, 
treina um novo modelo usando o primeiro. Ele usa o Amazon S3 para fontes de entrada e saída. 
Consulte o bloco de anotações de amostra de treinamento incremental para obter mais detalhes 
sobre o uso do treinamento incremental.

Note

Neste exemplo, usamos os conjuntos de dados originais no treinamento incremental. No 
entanto, é possível usar conjuntos de dados diferentes, como aqueles que contêm amostras 
recém-adicionadas. Faça upload dos novos conjuntos de dados no S3 e faça ajustes na 
variável data_channelsusada para treinar o novo modelo.

Obtenha um perfil do AWS Identity and Access Management (AIM) que conceda as permissões 
obrigatórias e inicialize as variáveis de ambiente:

import sagemaker
from sagemaker import get_execution_role
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role = get_execution_role()
print(role)

sess = sagemaker.Session()

bucket=sess.default_bucket()
print(bucket)
prefix = 'ic-incr-training'

Obtenha a imagem de treinamento para o algoritmo de classificação de imagem:

from sagemaker.amazon.amazon_estimator import get_image_uri

training_image = get_image_uri(sess.boto_region_name, 'image-classification', 
 repo_version="latest")
#Display the training image
print (training_image)

Faça download dos conjuntos de dados de treinamento e validação e, em seguida, faça upload 
desses dados no Amazon Simple Storage Service (Amazon S3):

import os
import urllib.request
import boto3

# Define a download function
def download(url): 
    filename = url.split("/")[-1] 
    if not os.path.exists(filename): 
        urllib.request.urlretrieve(url, filename)

# Download the caltech-256 training and validation datasets
download('http://data.mxnet.io/data/caltech-256/caltech-256-60-train.rec')
download('http://data.mxnet.io/data/caltech-256/caltech-256-60-val.rec')

# Create four channels: train, validation, train_lst, and validation_lst
s3train = 's3://{}/{}/train/'.format(bucket, prefix)
s3validation = 's3://{}/{}/validation/'.format(bucket, prefix)

# Upload the first files to the train and validation channels
!aws s3 cp caltech-256-60-train.rec $s3train --quiet
!aws s3 cp caltech-256-60-val.rec $s3validation --quiet
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Defina os hiperparâmetros de treinamento:

# Define hyperparameters for the estimator
hyperparams = { "num_layers": "18", 
                "resize": "32", 
                "num_training_samples": "50000", 
                "num_classes": "10", 
                "image_shape": "3,28,28", 
                "mini_batch_size": "128", 
                "epochs": "3", 
                "learning_rate": "0.1", 
                "lr_scheduler_step": "2,3", 
                "lr_scheduler_factor": "0.1", 
                "augmentation_type": "crop_color", 
                "optimizer": "sgd", 
                "momentum": "0.9", 
                "weight_decay": "0.0001", 
                "beta_1": "0.9", 
                "beta_2": "0.999", 
                "gamma": "0.9", 
                "eps": "1e-8", 
                "top_k": "5", 
                "checkpoint_frequency": "1", 
                "use_pretrained_model": "0", 
                "model_prefix": "" }

Crie um objeto estimador e treine o primeiro modelo usando os conjuntos de dados de treinamento e 
validação:

# Fit the base estimator
s3_output_location = 's3://{}/{}/output'.format(bucket, prefix)
ic = sagemaker.estimator.Estimator(training_image, 
                                   role, 
                                   instance_count=1, 
                                   instance_type='ml.p2.xlarge', 
                                   volume_size=50, 
                                   max_run=360000, 
                                   input_mode='File', 
                                   output_path=s3_output_location, 
                                   sagemaker_session=sess, 
                                   hyperparameters=hyperparams)

train_data = sagemaker.inputs.TrainingInput(s3train, distribution='FullyReplicated', 
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                                        content_type='application/x-recordio', 
 s3_data_type='S3Prefix')
validation_data = sagemaker.inputs.TrainingInput(s3validation, 
 distribution='FullyReplicated', 
                                             content_type='application/x-recordio', 
 s3_data_type='S3Prefix')

data_channels = {'train': train_data, 'validation': validation_data}

ic.fit(inputs=data_channels, logs=True)

Para usar o modelo para treinar outro modelo de forma incremental, crie um novo objeto estimador 
e use os artefatos do modelo (ic.model_data, neste exemplo) para o argumento de entrada
model_uri:

# Given the base estimator, create a new one for incremental training
incr_ic = sagemaker.estimator.Estimator(training_image, 
                                        role, 
                                        instance_count=1, 
                                        instance_type='ml.p2.xlarge', 
                                        volume_size=50, 
                                        max_run=360000, 
                                        input_mode='File', 
                                        output_path=s3_output_location, 
                                        sagemaker_session=sess, 
                                        hyperparameters=hyperparams, 
                                        model_uri=ic.model_data) # This parameter will 
 ingest the previous job's model as a new channel
incr_ic.fit(inputs=data_channels, logs=True)

Após o término do trabalho de treinamento, os artefatos de modelo recém-treinados são 
armazenados no S3 output path que você forneceu em Output_path. Para implantar o modelo 
e obter previsões, consulte Etapa 5: Implantar o modelo do Amazon EC2.

Use o treinamento local gerenciado na Amazon SageMaker

A Amazon SageMaker facilita o treinamento de modelos de aprendizado de máquina usando 
instâncias spot gerenciadas do Amazon EC2. O treinamento gerenciado de spots pode otimizar o 
custo do treinamento de modelos em até 90% em relação às instâncias sob demanda. SageMaker 
gerencia as interrupções do Spot em seu nome.
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O treinamento gerenciado de spot usa a instância spot do Amazon EC2 para executar trabalhos 
de treinamento em vez de instâncias sob demanda. Você pode especificar quais trabalhos de 
treinamento usam instâncias spot e uma condição de parada que especifica quanto tempo 
SageMaker espera para que um trabalho seja executado usando instâncias spot do Amazon EC2. 
Métricas e registros gerados durante as corridas de treinamento estão disponíveis em CloudWatch.

O ajuste SageMaker automático de modelos da Amazon, também conhecido como ajuste de 
hiperparâmetros, pode usar treinamento pontual gerenciado. Para obter mais informações sobre 
juste automático de modelos consulte Execute o ajuste automático do modelo com SageMaker.

As instâncias spot podem ser interrompidas, fazendo com que os trabalhos decorram mais tempo 
para serem iniciados ou concluídos. Você pode configurar seu trabalho de treinamento local 
gerenciado para usar pontos de verificação. SageMaker copia dados do ponto de verificação de um 
caminho local para o Amazon S3. Quando o trabalho é reiniciado, SageMaker copia os dados do 
Amazon S3 de volta para o caminho local. Depois, o trabalho de treinamento pode ser retomado 
a partir do último ponto de verificação, em vez de reiniciado. Para obter mais informações sobre 
definição de pontos de verificação, consulte Use pontos de verificação no Amazon SageMaker.

Note

A menos que seu trabalho de treinamento seja concluído rapidamente, recomendamos 
que você use o checkpoint com treinamento pontual gerenciado. SageMaker algoritmos 
integrados e algoritmos de mercado que não verificam pontos MaxWaitTimeInSeconds de 
verificação estão atualmente limitados a 3600 segundos (60 minutos).

Tópicos

• Uso do treinamento gerenciado de spots

• Ciclo de vida de treinamento gerenciado de spots

Uso do treinamento gerenciado de spots

Para usar o treinamento gerenciado de spots, crie um trabalho de treinamento. Defina
EnableManagedSpotTraining como True e especifique o MaxWaitTimeInSeconds.
MaxWaitTimeInSeconds deve ser maior que MaxRuntimeInSeconds. Para obter mais 
informações sobre como criar um trabalho de treinamento, consulte DescribeTrainingJob.
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Você pode calcular a economia do uso do treinamento gerenciado de spots usando a fórmula
(1 - (BillableTimeInSeconds / TrainingTimeInSeconds)) * 100. Por exemplo, se
BillableTimeInSeconds for 100 e TrainingTimeInSeconds for 500, isso significa que seu 
trabalho de treinamento foi executado por 500 segundos, mas você foi cobrado por apenas 100 
segundos. Sua economia é (1 - (100 / 500)) * 100 = 80%.

Para saber como executar trabalhos de treinamento nas instâncias SageMaker spot da Amazon 
e como o treinamento spot gerenciado funciona e reduz o tempo faturável, consulte os seguintes 
exemplos de cadernos:

• Treinamento local gerenciado com TensorFlow

• Treinamento local gerenciado com PyTorch

• Treinamento local gerenciado com o XGBoost

• Treinamento local gerenciado com o MXNet

• GitHub Repositório de exemplos de treinamento Amazon SageMaker Managed Spot

Ciclo de vida de treinamento gerenciado de spots

Você pode monitorar um trabalho de treinamento usando TrainingJobStatus e
SecondaryStatus retornados pelo DescribeTrainingJob. A lista abaixo mostra como os valores
TrainingJobStatus e SecondaryStatus mudam de acordo com o cenário de treinamento:

• Instâncias spot adquiridas sem interrupção durante o treinamento

1. InProgress: Starting↠ Downloading ↠ Training ↠ Uploading

• Instâncias spot interrompidas uma vez. Posteriormente, instâncias spot suficientes foram 
adquiridas para concluir o trabalho de treinamento.

1. InProgress: Starting ↠ Downloading ↠ Training ↠ Interrupted ↠ Starting ↠
Downloading ↠ Training ↠ Uploading

• Instâncias spot interrompidas duas vezes e MaxWaitTimeInSeconds excedidas.

1. InProgress: Starting ↠ Downloading ↠ Training ↠ Interrupted ↠ Starting ↠
Downloading ↠ Training ↠ Interrupted ↠ Downloading ↠ Training

2. Stopping: Stopping

3. Stopped: MaxWaitTimeExceeded

• As instâncias spot nunca foram executadas.

Ciclo de vida de treinamento gerenciado de spots 4048

https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-python-sdk/managed_spot_training_tensorflow_estimator/managed_spot_training_tensorflow_estimator.html
https://github.com/aws-samples/amazon-sagemaker-managed-spot-training/blob/main/pytorch_managed_spot_training_checkpointing/pytorch_managed_spot_training_checkpointing.ipynb
https://sagemaker-examples.readthedocs.io/en/latest/introduction_to_amazon_algorithms/xgboost_abalone/xgboost_managed_spot_training.html
https://github.com/aws/amazon-sagemaker-examples-community/blob/215215eb25b40eadaf126d055dbb718a245d7603/training/sagemaker-debugger/mxnet-spot-training-with-sagemakerdebugger.ipynb#L41
https://github.com/aws-samples/amazon-sagemaker-managed-spot-training
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html


Amazon SageMaker Guia do Desenvolvedor

1. InProgress: Starting

2. Stopping: Stopping

3. Stopped: MaxWaitTimeExceeded

Treine usando grupos de aquecimento gerenciados pelo 
SageMaker

Os grupos de aquecimento gerenciados pelo SageMaker permitem que você retenha e reutilize 
a infraestrutura provisionada após a conclusão de um trabalho de treinamento para reduzir a 
latência de workloads repetitivas, como experimentação iterativa ou execução de vários trabalhos 
consecutivos. Os trabalhos de treinamento subsequentes que correspondem aos parâmetros 
especificados são executados na infraestrutura de grupo de aquecimento retido, o que acelera os 
horários de início ao reduzir o tempo gasto no provisionamento de recursos.

Important

Os grupos de aquecimento gerenciados pelo SageMaker são um recurso faturável. Para 
obter mais informações, consulte Faturamento.

Tópicos

• Como funciona

• Limites de recursos do grupo de grupo de aquecimento

• Como usar os grupos de aquecimento gerenciados pelo SageMaker

• Considerações

Como funciona

Para usar grupos de aquecimento gerenciados pelo SageMaker e reduzir a latência entre trabalhos 
de treinamento consecutivos semelhantes, crie um trabalho de treinamento que especifique um 
valor KeepAlivePeriodInSeconds em seus ResourceConfig. Esse valor representa o período 
de tempo em segundos para reter os recursos configurados em um grupo de aquecimento para 
trabalhos de treinamento subsequentes. Se você precisar executar vários trabalhos de treinamento 
usando configurações semelhantes, poderá reduzir ainda mais a latência e o tempo faturável usando 
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um diretório de cache persistente dedicado para armazenar e reutilizar suas informações em um 
trabalho diferente.

Tópicos

• Ciclo de vida do grupo de alta atividade

• Criação de grupo de aquecimento

• Combinar os trabalhos de treinamento

• Duração máxima do grupo de aquecimento

• Usando cache persistente

• Faturamento

Ciclo de vida do grupo de alta atividade

1. Crie um trabalho de treinamento inicial com um valor KeepAlivePeriodInSeconds maior que 
0. Quando você executa esse primeiro trabalho de treinamento, isso “inicia a frio” um cluster com 
tempos de inicialização típicos.

2. Quando o primeiro trabalho de treinamento é concluído, os recursos provisionados 
são mantidos ativos em um grupo de aquecimento pelo período especificado no valor
KeepAlivePeriodInSeconds. Desde que o cluster esteja íntegro e o grupo de aquecimento 
esteja dentro do KeepAlivePeriodInSeconds especificado, o status do grupo de aquecimento 
será Available.

3. O grupo de aquecimento Available permanece até identificar um trabalho de treinamento 
correspondente para reutilização ou exceder o KeepAlivePeriodInSeconds especificado e 
ser encerrado. O tempo máximo permitido para o KeepAlivePeriodInSeconds é de 3.600 
segundos (60 minutos). Se o status do grupo de aquecimento for Terminated, esse é o fim do 
ciclo de vida do grupo de aquecimento.

4. Se o grupo de aquecimento identificar um segundo trabalho de treinamento com especificações 
correspondentes, como contagem de instâncias ou tipo de instância, o grupo de aquecimento 
passará do primeiro trabalho de treinamento para o segundo trabalho de treinamento para 
reutilização. O status do primeiro trabalho de treinamento em grupo de aquecimento se torna
Reused. Este é o fim do ciclo de vida do grupo de aquecimento para o primeiro trabalho de 
treinamento.

5. O status do segundo trabalho de treinamento que reutilizou a grupo de aquecimento se torna
InUse. Após a conclusão do segundo trabalho de treinamento, o grupo de aquecimento
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Available tem a KeepAlivePeriodInSeconds duração especificada no segundo trabalho 
de treinamento. Um grupo de aquecimento pode continuar se movendo para os trabalhos de 
treinamento correspondentes subsequentes por no máximo 28 dias.

6. Se o grupo de aquecimento não estiver mais disponível para reutilização, o status da piscina 
aquecida será Terminated. Os grupos de aquecimento não estão mais disponíveis se 
forem encerrados por um usuário, para uma atualização de patch ou se excederem o
KeepAlivePeriodInSeconds especificado.

Para obter mais informações sobre as opções de status do grupo de aquecimento, consulte
WarmPoolStatus na referência da API do Amazon SageMaker.

Criação de grupo de aquecimento

Se um trabalho de treinamento inicial for concluído com êxito e tiver um
KeepAlivePeriodInSeconds valor maior que 0, será ccriado um grupo de aquecimento. Se 
você interromper um trabalho de treinamento após o lançamento de um cluster, ainda será mantido 
um grupo de aquecimento. Se o trabalho de treinamento falhar devido a um erro do algoritmo ou 
do cliente, ainda será mantido um grupo de aquecimento. Se o trabalho de treinamento falhar por 
qualquer outro motivo que possa comprometer a integridade do cluster, o grupo de aquecimento não 
será criado.

Para verificar a criação bem-sucedida do grupo de aquecimento, verifique o status do grupo de 
aquecimento do seu trabalho de treinamento. Se um grupo de aquecimento for provisionado com 
sucesso, o status do grupo de aquecimento é Available. Se um grupo de aquecimento não for 
provisionado com sucesso, o status do grupo de aquecimento é Terminated.

Combinar os trabalhos de treinamento

Para que um grupo de aquecimento persista, deve encontrar um trabalho de treinamento 
correspondente dentro do tempo especificado no valor KeepAlivePeriodInSeconds. O próximo 
trabalho de treinamento é compatível se os valores seguintes forem idênticos:

• RoleArn

• Valores de ResourceConfig:

• InstanceCount

• InstanceType

• VolumeKmsKeyId
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• VolumeSizeInGB

• Valores de VpcConfig:

• SecurityGroupIds

• Subnets

• EnableInterContainerTrafficEncryption

• EnableNetworkIsolation

Todos esses valores devem ser os mesmos para que uma piscina aquecida passe para um trabalho 
de treinamento subsequente para reutilização.

Duração máxima do grupo de aquecimento

O KeepAlivePeriodInSeconds máximo para um único trabalho de treinamento é de 3.600 
segundos (60 minutos) e o tempo máximo em que um cluster de grupo de aquecimento pode 
continuar executando trabalhos de treinamento consecutivos é de 28 dias.

Cada trabalho de treinamento subsequente também deve especificar um valor de
KeepAlivePeriodInSeconds. Quando o grupo de aquecimento passa para a próxima tarefa 
de treinamento, ela herda o novo valor KeepAlivePeriodInSeconds especificado no trabalho 
de treinamento ResourceConfig. Dessa forma, você pode manter um grupo de aquecimento 
passando de um trabalho de treinamento para outro por no máximo 28 dias.

Se KeepAlivePeriodInSeconds não for especificado, o grupo de aquecimento desligará após a 
conclusão do trabalho de treinamento.

Usando cache persistente

Quando você cria um grupo de aquecimento, o SageMaker monta um diretório especial no volume 
que persistirá durante todo o ciclo de vida do grupo de aquecimento. Esse diretório também pode ser 
usado para armazenar informações que você deseja reutilizar em outro trabalho.

Usar o cache persistente pode reduzir a latência e o tempo faturável em vez de usar apenas grupos 
de aquecimento para trabalhos que exigem o seguinte:

• várias interações com configurações semelhantes

• trabalhos de treinamento incremental

• otimização de hiperparâmetros
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Por exemplo, você pode evitar o download das mesmas dependências do Python em execuções 
repetidas configurando um diretório de cache pip dentro do diretório de cache persistente. Você é 
totalmente responsável por gerenciar o conteúdo desse diretório. Veja a seguir exemplos de tipos de 
informações que você pode colocar no cache persistente para ajudar a reduzir a latência e o tempo 
faturável.

• Dependências gerenciadas pelo pip.

• Dependências gerenciadas pelo conda.

• Informações do ponto de verificação.

• Qualquer informação adicional gerada durante o treinamento.

A localização do cache persistente é /opt/ml/sagemaker/warmpoolcache. A variável de 
ambiente SAGEMAKER_MANAGED_WARMPOOL_CACHE_DIRECTORY aponta para a localização do 
diretório de cache persistente.

O exemplo de código a seguir mostra como configurar um grupo de aquecimento e usar 
o cache persistente para armazenar suas dependências de pip para uso em um trabalho 
subsequente. O trabalho subsequente deve ser executado dentro do prazo determinado pelo 
parâmetrokeep_alive_period_in_seconds.

import sagemakerfrom sagemaker import get_execution_rolefrom sagemaker.tensorflow 
 import TensorFlow
# Creates a SageMaker session and gets execution role
session = sagemaker.Session()
role = get_execution_role()
# Creates an example estimator
estimator = TensorFlow( 
    ... 
    entry_point='my-training-script.py', 
    source_dir='code', 
    role=role, 
    model_dir='model_dir', 
    framework_version='2.2', 
    py_version='py37', 
    job_name='my-training-job-1', 
    instance_type='ml.g4dn.xlarge', 
    instance_count=1, 
    volume_size=250, 
    hyperparameters={
"batch-size": 512, 
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        "epochs": 1, 
        "learning-rate": 1e-3, 
        "beta_1": 0.9, 
        "beta_2": 0.999, 
    }, 
    keep_alive_period_in_seconds=1800, 
    environment={"PIP_CACHE_DIR": "/opt/ml/sagemaker/warmpoolcache/pip"}
)

No exemplo de código anterior, o uso do parâmetro ambiente exporta a variável de ambiente
PIP_CACHE_DIRECTORY para apontar para o diretório /opt/ml/sagemaker/warmpoolcache/
pip. A exportação dessa variável de ambiente mudará o local em que o pip armazena seu cache 
no novo local. Qualquer diretório, incluindo diretórios aninhados, que você criar dentro do diretório 
de cache persistente estará disponível para reutilização durante uma execução de treinamento 
subsequente. No exemplo de código anterior, um diretório chamado pip é alterado para ser o local 
padrão para armazenar em cache todas as dependências instaladas usando pip.

A localização do cache persistente também pode ser acessada de dentro do seu script de 
treinamento do Python usando a variável de ambiente, conforme mostrado no exemplo de código a 
seguir.

import os
import shutil
if __name__ == '__main__': 
    PERSISTED_DIR = os.environ["SAGEMAKER_MANAGED_WARMPOOL_CACHE_DIRECTORY"] 

    # create a file to be persisted 
    open(os.path.join(PERSISTED_DIR, "test.txt"), 'a').close() 
    # create a directory to be persisted 
    os.mkdir(os.path.join(PERSISTED_DIR, "test_dir")) 

    # Move a file to be persisted 
    shutil.move("path/of/your/file.txt", PERSISTED_DIR)

Faturamento

Os grupos de aquecimento gerenciados pelo SageMaker são um recurso faturável. Recupere o 
status do grupo de aquecimento do seu trabalho de treinamento para verificar o tempo faturável de 
seus grupos de aquecimento. Você pode verificar o status do grupo de aquecimento por meio do 
comando da API DescribeTrainingJob Usar o console do Amazon SageMaker ou diretamente por 
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meio do comando DescribeTrainingJob. Para obter mais informações, consulte WarmPoolStatus na
referência da API do Amazon SageMaker.

Note

Após o término do tempo especificado pelo parâmetro KeepAlivePeriodInSeconds, o 
grupo de aquecimento e o cache persistente serão encerrados e o conteúdo será excluído.

Limites de recursos do grupo de grupo de aquecimento

Para começar, solicite primeiro um aumento do limite de serviço para os grupos de aquecimento 
gerenciados pelo SageMaker. O limite padrão de recursos para grupos de aquecimento é 0.

Se um trabalho de treinamento for criado com o KeepAlivePeriodInSeconds especificado, 
mas você não solicitou um aumento no limite do grupo de aquecimento, o grupo de aquecimento 
não será retido após a conclusão do trabalho de treinamento. Um grupo de aquecimento só é 
criado se o limite do grupo de aquecimento tiver recursos suficientes. Depois que um grupo de 
aquecimento é criado, os recursos são liberados quando eles são transferidos para uma tarefa de 
treinamento correspondente ou se ele KeepAlivePeriodInSeconds expira (se o status do grupo 
de aquecimento for Reused ou Terminated).

Solicitar um aumento da cota do grupo de aquecimento

Solicitar um aumento de cotas do grupo de aquecimento AWS usando o console do Service Quotas.

Note

Todo o uso de instâncias de grupo de aquecimento conta para seu limite de recursos de 
treinamento do SageMaker. Aumentar o limite de recursos do grupo de aquecimento não 
aumenta o limite de instâncias, mas aloca um subconjunto do limite de recursos para o 
treinamento do grupo de aquecimento.

1. Abra o AWSconsole do Service Quotas.

2. No painel de navegação à esquerda, escolha AWS serviços.

3. Procure e escolha Amazon SageMaker.
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4. Pesquise a palavra-chave warm pool para ver todas as cotas de serviços de grupo de 
aquecimento disponíveis.

5. Encontre o tipo de instância para a qual você deseja aumentar sua cota de grupo de aquecimento, 
selecione a cota de serviço de grupo de aquecimento para esse tipo de instância e escolha
Solicitar aumento de cota.

6. Insira o número do limite de instância solicitado em Alterar valor da cota. O novo valor deve ser 
maior que o atual valor de cota aplicado.

7. Escolha Solicitar.

Há um limite quanto ao número de instâncias que é possível reter para cada conta, que é 
determinado pelo tipo de instância. Você pode verificar seus limites de recursos no AWSconsole 
Service Quotas ou diretamente usando o comando da CLI AWS list-service-quotas. Para obter mais 
informações sobre cotas de serviço AWS, consulte Solicitar um aumento de cota no Guia do usuário 
do Service Quotas.

Você também pode usar a AWS Central de suporte  para solicitar um aumento de cota de grupo 
de aquecimento. Para obter uma lista dos tipos de instância disponíveis de acordo com a região, 
consulte a definição de preços do Amazon SageMaker e escolha Treinamento em Definição de 
preços sob demanda.

Como usar os grupos de aquecimento gerenciados pelo SageMaker

Você pode usar grupos de aquecimento gerenciados pelo SageMaker por meio do do SageMaker 
Python SDK, do console do Amazon SageMaker ou das APIs de nível inferior. Opcionalmente, os 
administradores podem usar a chave de condição sagemaker:KeepAlivePeriod para restringir 
ainda mais os limites KeepAlivePeriodInSeconds de determinados usuários ou grupos.

Tópicos

• Usando o SageMaker Python SDK

• Usar o console do Amazon SageMaker

• Usando as APIs de nível inferior do SageMaker

• Chave de condição do IAM

Usando o SageMaker Python SDK

Crie, atualize ou encerre grupos de aquecimento usando o SageMaker Python SDK.
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Note

Esse atributo está disponível no SageMaker Python SDK v2.110.0 e versões posteriores.

Tópicos

• Criar um grupo de grupo de aquecimento

• Atualizar um grupo de aquecimento

• Encerrar um grupo de aquecimento

Criar um grupo de grupo de aquecimento

Para criar um grupo de aquecimento, use o SageMaker Python SDK para criar um estimador com 
um valor keep_alive_period_in_seconds maior que 0 e chame fit(). Quando o trabalho 
de treinamento é concluído, um grupo de aquecimento é retido. Para obter mais informações sobre 
scripts de treinamento e estimadores, consulte Treinar um modelo com o SageMaker Python SDK. 
Se o seu script não criar um grupo de aquecimento, consulte Criação de grupo de aquecimento para 
possíveis explicações.

import sagemaker
from sagemaker import get_execution_role
from sagemaker.tensorflow import TensorFlow

# Creates a SageMaker session and gets execution role
session = sagemaker.Session()
role = get_execution_role()

# Creates an example estimator
estimator = TensorFlow( 
    ... 
    entry_point='my-training-script.py', 
    source_dir='code', 
    role=role, 
    model_dir='model_dir', 
    framework_version='2.2', 
    py_version='py37', 
    job_name='my-training-job-1', 
    instance_type='ml.g4dn.xlarge', 
    instance_count=1, 
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    volume_size=250, 
    hyperparameters={ 
        "batch-size": 512, 
        "epochs": 1, 
        "learning-rate": 1e-3, 
        "beta_1": 0.9, 
        "beta_2": 0.999, 
    }, 
    keep_alive_period_in_seconds=1800,
)

# Starts a SageMaker training job and waits until completion
estimator.fit('s3://my_bucket/my_training_data/')              

Em seguida, crie um segundo trabalho de treinamento correspondente. Neste exemplo, criamos my-
training-job-2, que tem todos os atributos necessários para combinar my-training-job-1, 
mas tem um hiperparâmetro diferente para experimentação. O segundo trabalho de treinamento 
reutiliza o pool qunete e inicia mais rápido do que o primeiro trabalho de treinamento. O exemplo 
de código a seguir usa um estimador do Tensorflow. O recurso de grupo de aquecimento pode 
ser usado com qualquer algoritmo de treinamento executado no Amazon SageMaker. Para obter 
mais informações sobre quais atributos precisam corresponder, consulte Combinar os trabalhos de 
treinamento.

# Creates an example estimator
estimator = TensorFlow( 
    ... 
    entry_point='my-training-script.py', 
    source_dir='code', 
    role=role, 
    model_dir='model_dir', 
    framework_version='py37', 
    py_version='pyxy', 
    job_name='my-training-job-2', 
    instance_type='ml.g4dn.xlarge', 
    instance_count=1, 
    volume_size=250, 
    hyperparameters={ 
        "batch-size": 512, 
        "epochs": 2, 
        "learning-rate": 1e-3, 
        "beta_1": 0.9, 
        "beta_2": 0.999, 
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    }, 
    keep_alive_period_in_seconds=1800,
)

# Starts a SageMaker training job and waits until completion
estimator.fit('s3://my_bucket/my_training_data/')            

Verifique o status do grupo de aquecimento de ambos os trabalhos de treinamento para confirmar 
se o grupo de aquecimento é Reused para my-training-job-1 e InUse para my-training-
job-2.

Note

Os nomes dos trabalhos de treinamento têm sufixos de data/hora. Os exemplos de nomes
my-training-job-1 de trabalhos de treinamento my-training-job-2 devem ser 
substituídos pelos nomes reais dos trabalhos de treinamento. Você pode usar o comando
estimator.latest_training_job.job_name para buscar o nome real do trabalho de 
treinamento.

session.describe_training_job('my-training-job-1')
session.describe_training_job('my-training-job-2')

O resultado de describe_training_job fornece todos os detalhes sobre um determinado 
trabalho de treinamento. Encontre o atributo WarmPoolStatus para verificar as informações sobre 
o grupo de aquecimento de um trabalho de treinamento. Sua saída deve ser semelhante ao seguinte 
exemplo:

# Warm pool status for training-job-1
...
'WarmPoolStatus': {'Status': 'Reused',  
  'ResourceRetainedBillableTimeInSeconds': 1000, 
  'ReusedByName': my-training-job-2}
...

# Warm pool status for training-job-2
...  
'WarmPoolStatus': {'Status': 'InUse'}
...              
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Atualizar um grupo de aquecimento

Quando o trabalho de treinamento estiver concluído e o status do grupo de aquecimento for
Available, você poderá atualizar o valor KeepAlivePeriodInSeconds.

session.update_training_job(job_name, 
 resource_config={"KeepAlivePeriodInSeconds":3600})

Encerrar um grupo de aquecimento

Para encerrar manualmente um grupo de aquecimento, defina o valor
KeepAlivePeriodInSeconds  como 0.

session.update_training_job(job_name, resource_config={"KeepAlivePeriodInSeconds":0})

O grupo de aquecimento é encerrado automaticamente quando excede o valor
KeepAlivePeriodInSeconds designado ou se houver uma atualização de patch para o cluster.

Usar o console do Amazon SageMaker

Por meio do console, você pode criar um ponto quente, liberar um ponto quente ou verificar o status 
do ponto quente e o tempo faturável de trabalhos de treinamento específicos. Você também pode ver 
qual trabalho de treinamento correspondente reutilizou um ponto quente.

1. Abra o console do Amazon SageMaker e escolha Trabalhos de treinamento no painel de 
navegação. Se aplicável, o status do ponto quente de cada trabalho de treinamento é visível 
na coluna Status do ponto quente e o tempo restante para um ponto quente ativo é visível na 
coluna Tempo restante.

2. Para criar um trabalho de treinamento que use um ponto quente do console, escolha Criar 
trabalho de treinamento. Em seguida, não se esqueça de especificar um valor para o campo
Período de manutenção ao configurar seus recursos de trabalho de treinamento. Esse valor 
deve ser um número inteiro entre 1 e 3600, o que representa o período de tempo em segundos.

3. Para liberar um grupo de aquecimento do console, selecione um trabalho de treinamento 
específico e escolha Liberar cluster no menu suspenso Ações.

4. Para ver mais informações sobre um grupo de aquecimento, escolha um nome do trabalho de 
treinamento. Na página de detalhes do trabalho, desça até a seção Status do pool queente
para encontrar o status do grupo de aquecimento, o tempo restante se o status do ponto quente 
for Available, os segundos faturáveis do grupo de aquecimento e o nome do trabalho de 
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treinamento que reutilizou o grupo de aquecimento se o status do grupo de aquecimento for
Reused.

Usando as APIs de nível inferior do SageMaker

Use grupos de aquecimento gerenciados pelo SageMaker com a API do SageMaker ou a CLI AWS.

API do SageMaker

Configure grupos de aquecimento gerenciados pelo SageMaker usando a API do SageMaker com os 
seguintes comandos:

• CreateTrainingJob

• UpdateTrainingJob

• ListTrainingJobs

• DescribeTrainingJob

CLI do AWS

Configure grupos de aquecimento gerenciados pelo SageMaker usando o CLI AWS com os 
seguintes comandos:

• create-training-job

• update-training-job

• list-training-jobs

• describe-training-job

Chave de condição do IAM

Opcionalmente, os administradores podem usar a chave de condição
sagemaker:KeepAlivePeriod para restringir ainda mais os limites
KeepAlivePeriodInSeconds de determinados usuários ou grupos. Os grupos de aquecimento 
gerenciados pelo SageMaker estão limitados a um valor KeepAlivePeriodInSeconds de 3.600 
segundos (60 minutos), mas os administradores podem reduzir esse limite, se necessário.

{ 
    "Version": "2012-10-17", 
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    "Statement": [ 
        { 
            "Sid": "EnforceKeepAlivePeriodLimit", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "NumericLessThanIfExists": { 
                    "sagemaker:KeepAlivePeriod": 1800
                } 
            } 
        } 
    ]
}

Para obter mais informações, consulte Chaves de condição do SageMaker em Referência de 
autorização do serviço.

Considerações

Considere os seguintes itens ao usar grupos de alta atividade gerenciados do SageMaker.

• Os grupos de aquecimento gerenciados pelo SageMaker não podem ser usados com treinamento 
de clusters heterogêneos.

• Os grupos de aquecimento gerenciados pelo SageMaker não podem ser usados com instâncias 
spot.

• Os grupos de aquecimento do SageMaker são limitados a KeepAlivePeriodInSeconds um 
valor de 3.600 segundos (60 minutos).

• Se um grupo de aquecimento continuar a corresponder com êxito aos trabalhos de treinamento 
dentro do valor KeepAlivePeriodInSeconds especificado, o cluster só poderá continuar em 
execução por no máximo 28 dias.

Monitore e analise trabalhos de treinamento usando o Amazon 
CloudWatch Metrics
Um trabalho de SageMaker treinamento da Amazon é um processo iterativo que ensina um modelo 
a fazer previsões apresentando exemplos de um conjunto de dados de treinamento. Normalmente, 
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um algoritmo de treinamento calcula várias métricas, como erro de treinamento e precisão de 
previsão. Essas métricas ajudam a diagnosticar se o modelo está aprendendo bem e generalizará 
bem para fazer previsões sobre dados não vistos. O algoritmo de treinamento grava os valores 
dessas métricas em registros, que SageMaker monitoram e enviam para a Amazon CloudWatch 
em tempo real. Para analisar o desempenho do seu trabalho de treinamento, você pode visualizar 
gráficos dessas métricas no CloudWatch. Quando um trabalho de treinamento estiver concluído, 
você também poderá obter uma lista dos valores de métrica que ele calcula em sua iteração final 
chamando a operação DescribeTrainingJob.

Note

A Amazon CloudWatch oferece suporte a métricas personalizadas de alta resolução, e 
sua melhor resolução é de 1 segundo. No entanto, quanto melhor for a resolução, menor 
será a vida útil das métricas. CloudWatch Para a resolução de frequência de 1 segundo, 
as CloudWatch métricas ficam disponíveis por 3 horas. Para obter mais informações sobre 
a resolução e a vida útil das CloudWatch métricas, consulte GetMetricStatisticsa Amazon 
CloudWatch API Reference.

Tip

Se você quiser traçar o perfil do seu trabalho de treinamento com uma resolução mais 
precisa de até 100 milissegundos (0,1 segundo) de granularidade e armazenar as métricas 
de treinamento indefinidamente no Amazon S3 para análise personalizada a qualquer 
momento, considere usar o Amazon Debugger. SageMaker  SageMaker O Debugger fornece 
regras integradas para detectar automaticamente problemas comuns de treinamento; ele 
detecta problemas de utilização de recursos de hardware (como gargalos de CPU, GPU e E/
S) e problemas de modelos não convergentes (como sobreajuste, gradientes que diminuem 
e tensores explosivos). SageMaker O Debugger também fornece visualizações por meio 
do Studio Classic e seu relatório de criação de perfil. Para explorar as visualizações do 
Debugger, consulte Passo a passo do painel do SageMaker Debugger Insights, Passo a 
passo do relatório de criação de perfil do depurador e Análise de dados usandoa biblioteca 
cliente SMDebug.

Tópicos

• Definindo métricas de treinamento
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• Monitorando métricas de trabalho de treinamento (CloudWatch console)

• Monitorar métricas de trabalho de treinamento (Console do SageMaker)

• Exemplo: exibir uma curva de treinamento e validação

Definindo métricas de treinamento

SageMaker analisa automaticamente os registros de trabalhos de treinamento e envia métricas de 
treinamento para o. CloudWatch Por padrão, SageMaker envia métricas de utilização de recursos 
do sistema listadas em SageMaker Jobs and Endpoint Metrics. Se você SageMaker quiser analisar 
registros e enviar métricas personalizadas de um trabalho de treinamento de seu próprio algoritmo 
para CloudWatch, você precisa especificar as definições de métricas passando o nome das métricas 
e expressões regulares ao configurar uma solicitação de trabalho de SageMaker treinamento.

Você pode especificar as métricas que deseja monitorar usando o SageMaker console, o SDK do 
SageMaker Python ou a API de baixo nível. SageMaker

Se estiver usando seu próprio algoritmo, faça o seguinte:

• Certifique-se de que o algoritmo grave as métricas que você deseja capturar nos logs.

• Defina uma expressão regular que pesquise com precisão os registros para capturar os valores 
das métricas para as quais você deseja enviar CloudWatch.

Por exemplo, suponhamos que o seu algoritmo emita as seguintes métricas de erro de treinamento e 
de validação:

Train_error=0.138318;  Valid_error=0.324557;

Se você quiser monitorar essas duas métricas CloudWatch, o dicionário para as definições de 
métricas deve ser semelhante ao exemplo a seguir:

[ 
    { 
        "Name": "train:error", 
        "Regex": "Train_error=(.*?);" 
    }, 
    { 
        "Name": "validation:error", 
        "Regex": "Valid_error=(.*?);" 
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    }     
]

No regex da métrica train:error definida no exemplo anterior, a primeira parte do regex localiza 
o texto exato "Train_error=", e a expressão (.*?); captura todos os caracteres até que o primeiro 
ponto e vírgula apareça. Nessa expressão, os parênteses informam ao regex para capturar o que 
está dentro deles, . significa qualquer caractere, * significa zero ou mais, e ? significa capturar 
apenas até a primeira instância do caractere ;.

Defina métricas usando o SDK do SageMaker Python

Defina as métricas para as quais você deseja enviar CloudWatch especificando uma lista de nomes 
de métricas e expressões regulares como metric_definitions argumento ao inicializar um
Estimator objeto. Por exemplo, se você quiser monitorar as validation:error métricas
train:error e em CloudWatch, sua Estimator inicialização seria semelhante ao exemplo a 
seguir:

import sagemaker
from sagemaker.estimator import Estimator

estimator = Estimator( 
    image_uri="your-own-image-uri", 
    role=sagemaker.get_execution_role(),  
    sagemaker_session=sagemaker.Session(), 
    instance_count=1, 
    instance_type='ml.c4.xlarge', 
    metric_definitions=[ 
       {'Name': 'train:error', 'Regex': 'Train_error=(.*?);'}, 
       {'Name': 'validation:error', 'Regex': 'Valid_error=(.*?);'} 
    ]
)

Para obter mais informações sobre treinamento usando os estimadores do Amazon SageMaker 
Python SDK, consulte Sagemaker Python SDK on. GitHub

Defina métricas usando o SageMaker console

Se você escolher a opção Seu próprio contêiner de algoritmo no ECR como sua fonte de algoritmo 
no SageMaker console ao criar um trabalho de treinamento, adicione as definições de métricas na 
seção Métricas. A captura de tela a seguir mostra como ela deve ficar depois de adicionar os nomes 
das métricas de exemplo e as expressões regulares correspondentes.
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Defina métricas usando a API de baixo nível SageMaker

Defina as métricas para as quais você deseja enviar CloudWatch especificando uma lista de 
nomes de métricas e expressões regulares no MetricDefinitions campo do parâmetro de
AlgorithmSpecificationentrada que você passa para a CreateTrainingJoboperação. 
Por exemplo, se você quiser monitorar as validation:error métricas train:error e em 
CloudWatch, você AlgorithmSpecification teria a seguinte aparência:
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"AlgorithmSpecification": { 
    "TrainingImage": your-own-image-uri, 
    "TrainingInputMode": "File", 
    "MetricDefinitions" : [ 
        { 
            "Name": "train:error", 
            "Regex": "Train_error=(.*?);" 
        }, 
        { 
            "Name": "validation:error", 
            "Regex": "Valid_error=(.*?);" 
        } 
    ]
}

Para obter mais informações sobre como definir e executar um trabalho de treinamento usando a 
SageMaker API de baixo nível, consulte CreateTrainingJob.

Monitorando métricas de trabalho de treinamento (CloudWatch console)

Você pode monitorar as métricas que um trabalho de treinamento emite em tempo real no console do 
CloudWatch.

Para monitorar as métricas do trabalho de treinamento (CloudWatch console)

1. Abra o CloudWatch console em https://console.aws.amazon.com/cloudwatch.

2. Escolha Métricas e, em seguida, escolha /aws/sagemaker/ TrainingJobs.

3. Escolha TrainingJobName.

4. Na guia Todas as métricas, escolha os nomes das métricas de treinamento que você deseja 
monitorar.

5. Na guia Métricas representadas em gráficos, configure as opções de gráficos. Para obter 
mais informações sobre o uso de CloudWatch gráficos, consulte Graph Metrics no Guia do 
CloudWatch usuário da Amazon.

Monitorar métricas de trabalho de treinamento (Console do SageMaker)

Você pode monitorar as métricas que um trabalho de treinamento emite em tempo real usando o 
console do SageMaker.
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Para monitorar as métricas do trabalho de treinamento (SageMaker console)

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker.

2. Escolha Training jobs (Trabalhos de treinamento) e escolha o trabalho de treinamento cujas 
métricas você deseja visualizar.

3. Escolha TrainingJobName.

4. Na seção Monitor (Monitoramento), você pode analisar os gráficos de utilização da instância e 
as métricas do algoritmo.
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Exemplo: exibir uma curva de treinamento e validação

Normalmente, você divide os dados nos quais treina seu modelo em conjuntos de dados de 
treinamento e validação. Você usa o conjunto de treinamento para treinar os parâmetros do modelo 
que são usados para fazer previsões no conjunto de dados de treinamento. Em seguida, você testa 
as previsões do modelo calculando as previsões para o conjunto de validação. Para analisar o 
desempenho de um trabalho de treinamento, em geral, você plota uma curva de treinamento em uma 
curva de validação.

A visualização de um gráfico que mostra a precisão dos conjuntos de treinamento e validação ao 
longo do tempo pode ajudar você a melhorar o desempenho do seu modelo. Por exemplo, se a 
precisão do treinamento continuar a aumentar com o tempo, mas, em algum momento, a precisão da 
validação começar a diminuir, é provável que você esteja fazendo o sobreajuste do seu modelo. Para 
resolver isso, você pode fazer ajustes ao seu modelo, como aumentar a regularização.

Neste exemplo, você pode usar o mage-classification-full-training exemplo I na seção Exemplos de
cadernos de anotações da sua instância de SageMaker notebook. Se você não tiver uma instância 
de SageMaker notebook, crie uma seguindo as instruções emEtapa 1: criar uma instância do 
Amazon SageMaker Notebook. Se preferir, você pode acompanhar o exemplo de classificação de 
imagens multiclasse de ponta a ponta no caderno de exemplo em. GitHub Você também precisa de 
um bucket do Amazon S3 para armazenar os dados de treinamento e para a saída do modelo.

Para visualizar curvas de erro de treinamento e validação:

1. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker.

2. Escolha Blocos de anotações e escolha Instâncias de bloco de anotações.

3. Escolha a instância de bloco de anotações que você deseja usar e selecione Open (Abrir).

4. No painel da instância do seu notebook, escolha SageMakerExemplos.

5. Expanda a seção Introdução aos algoritmos da Amazon e escolha Usar ao lado de I mage-
classification-fulltraining .ipynb.

6. Escolha Criar cópia. SageMaker cria uma cópia editável do notebook I mage-classification-
fulltraining .ipynb em sua instância de notebook.

7. Execute todas as células no bloco de anotações até a seção Inferência. Você não precisa 
implantar um endpoint nem obter inferência para este exemplo.

8. Depois que o trabalho de treinamento começar, abra o CloudWatch console em https:// 
console.aws.amazon.com/cloudwatch.

9. Escolha Métricas e, em seguida, escolha /aws/sagemaker/ TrainingJobs.
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10. Escolha TrainingJobName.

11. Na aba All metrics (Todas as métricas), escolha as métricas train:accuracy e validation:accuracy
para o trabalho de treinamento que você criou no bloco de anotações.

12. No gráfico, escolha uma área na qual os valores das métricas aumentem. Você deve ver algo 
parecido com o exemplo a seguir.

Use os caminhos de armazenamento de Treinamento do 
SageMaker da Amazon para conjuntos de dados de treinamento, 
pontos de verificação, artefatos do modelo e saídas

Esta página fornece um resumo de alto nível de como a plataforma de treinamento do SageMaker 
gerencia caminhos de armazenamento para conjuntos de dados de treinamento, artefatos do 
modelo, pontos de verificação e saídas entre o armazenamento em nuvem AWS e as tarefas de 
treinamento no SageMaker. Ao longo deste guia, você aprende a identificar os caminhos padrão 
definidos pela plataforma SageMaker e como os canais de dados podem ser simplificados com suas 
fontes de dados no Amazon Simple Storage Service (Amazon S3), FSx for Lustre e Amazon EFS. 
Para obter mais informações sobre opções de armazenamento e modos de entrada de canais de 
dados, consulte Acesse dados de treinamento.

Tópicos

• Visão geral

• Saída de modelos descompactada

• Dicas e considerações para configurar caminhos de armazenamento
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• Variáveis de ambiente do SageMaker e caminhos padrão para locais de armazenamento de 
treinamento

Visão geral

O diagrama a seguir mostra o exemplo mais simples de como o SageMaker gerencia os caminhos 
de entrada e saída quando você executa um trabalho de treinamento usando a classe Estimador
do SageMaker Python SDK e de seu método de ajuste. Ele se baseia no uso do modo File como 
estratégia de acesso a dados e do Amazon S3 como fonte de dados para os canais de entrada de 
treinamento.

This figure shows an overview of how SageMaker pairs storage paths between an Amazon S3 bucket 
as the data source and the SageMaker training instance based on how the paths are specified in a 
SageMaker estimator class. More information about the paths, how they read from or write to the 
paths, and purposes of the paths are described in the following section the section called “Variáveis 
de ambiente do SageMaker e caminhos padrão para locais de armazenamento de treinamento”.

Você pode usar OutputDataConfig na API CreateTrainingJob para descobrir onde o seu bucket 
do S3 está localizado. Use a API ModelArtifacts para descobrir locais do S3 que contém seus 
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artefatos do modelo. Consulte o caderno abalone_build_train_deploy para ver um exemplo de 
caminhos de saída e como eles são usados em chamadas de API.

Para obter mais informações e exemplos de como o SageMaker gerencia a fonte de dados, os 
modos de entrada e os caminhos locais nas instâncias de treinamento do SageMaker, consulte
Acessar dados de treinamento.

Saída de modelos descompactada

O SageMaker armazena o seu modelo em /opt/ml/model e os seus dados em /opt/ml/
output/data. Depois que o modelo e os dados são gravados nesses locais, eles são enviados 
para seu bucket do Amazon S3 como arquivos compactados por padrão.

Você pode economizar tempo na compactação de arquivos de dados grandes ao fazer o upload do 
modelo e das saídas de dados para o bucket do S3 como arquivos descompactados. Para fazer isso, 
crie um trabalho de treinamento no modo de upload descompactado usando o AWS Command Line 
Interface (AWS CLI) ou o SageMaker Python SDK.

Os exemplos de código a seguir mostram como criar um trabalho de treinamento no modo de upload 
descompactado ao usar o AWS CLI. Para habilitar o modo de upload descompactado, defina o 
campo CompressionType na API OutputDataConfig para NONE.

{ 
   "TrainingJobName": "uncompressed_model_upload", 
   ... 
   "OutputDataConfig": {  
      "S3OutputPath": "s3://DOC-EXAMPLE-BUCKET/uncompressed_upload/output", 
      "CompressionType": "NONE" 
   }, 
   ...
}

O exemplo de código a seguir mostra como criar um trabalho de treinamento no modo de upload 
descompactado usando o SageMaker Python SDK.

import sagemaker
from sagemaker.estimator import Estimator

estimator = Estimator( 
    image_uri="your-own-image-uri", 
    role=sagemaker.get_execution_role(),  
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    sagemaker_session=sagemaker.Session(), 
    instance_count=1, 
    instance_type='ml.c4.xlarge', 
    disable_output_compression=True
)

Dicas e considerações para configurar caminhos de armazenamento

Considere os itens a seguir ao configurar caminhos de armazenamento para trabalhos de 
treinamento no SageMaker.

• Se quiser armazenar artefatos de treinamento para treinamento distribuído no diretório /opt/
ml/output/data, você deve anexar subdiretórios adequadamente ou usar nomes de arquivo 
exclusivos para os artefatos por meio da definição do modelo ou do script de treinamento. Se os 
subdiretórios e nomes de arquivos não estiverem configurados corretamente, todos os operadores 
do treinamento distribuído poderão gravar as saídas no mesmo nome de arquivo no mesmo 
caminho de saída no Amazon S3.

• Se você usa um contêiner de treinamento personalizado, certifique-se de instalar o Kit de 
Ferramentas do Treinamento do SageMaker, que ajuda a configurar o ambiente para trabalhos 
de treinamento do SageMaker. Caso contrário, você deve especificar as variáveis de ambiente 
explicitamente em seu Dockerfile. Para obter mais informações, consulte Criar um contêiner com 
seus próprios algoritmos e modelos.

• Ao usar uma instância de ML com volumes SSD NVMe, o SageMaker não provisiona o 
armazenamento gp2 do Amazon EBS. O armazenamento disponível é fixado na capacidade de 
armazenamento da instância do tipo NVMe. O SageMaker configura caminhos de armazenamento 
para conjuntos de dados de treinamento, pontos de verificação, artefatos do modelo e saídas 
para usar toda a capacidade do armazenamento de instâncias. Por exemplo, famílias de 
instâncias de ML com armazenamento de instâncias do tipo NVMe incluem ml.p4d, ml.g4dn
e ml.g5. Ao usar uma instância de ML com a opção de armazenamento somente do EBS e 
sem armazenamento de instância, você deve definir o tamanho do volume do EBS por meio do 
parâmetro volume_size na classe do estimador do SageMaker (ou VolumeSizeInGB se estiver 
usando a API ResourceConfig). Por exemplo, famílias de instâncias de ML que usam volumes 
do EBS incluem ml.c5 e ml.p2. Para pesquisar os tipos de instância e seus tipos e volumes de 
armazenamento de instâncias, consulte Tipos de instância do Amazon EC2.

• Os caminhos padrão para trabalhos de treinamento do SageMaker são montados nos volumes 
do Amazon EBS ou nos volumes NVMe SSD da instância de ML. Ao adaptar seu script de 
treinamento ao SageMaker, certifique-se de usar os caminhos padrão listados no tópico anterior 
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sobre the section called “Variáveis de ambiente do SageMaker e caminhos padrão para locais de 
armazenamento de treinamento”. Recomendamos que você use o diretório /tmp como um espaço 
rascunho para armazenar temporariamente objetos grandes durante o treinamento. Isso significa 
que você não deve usar diretórios montados em um pequeno espaço em disco alocado para o 
sistema, como /user e /home, para evitar erros de falta de espaço.

Para saber mais, consulte o blog de aprendizado de máquina AWS, Escolha a melhor fonte de dados 
para seu trabalho de treinamento do SageMaker do Amazon, que discute mais detalhadamente 
estudos de caso e benchmarks de performance de fontes de dados e modos de entrada.

Variáveis de ambiente do SageMaker e caminhos padrão para locais de 
armazenamento de treinamento

A tabela a seguir resume os caminhos de entradas e saídas para conjuntos de dados de 
treinamento, pontos de verificação, artefatos do modelo e saídas gerenciados pela plataforma de 
treinamento do SageMaker.

Caminho 
local na 
instância 
de 
treinamen 
to do 
SageMaker

Variável 
de 
ambiente 
do 
SageMaker

Finalidade Leia 
no S3 
durante o 
início

Leia 
no S3 
durante 
a reinicial 
ização do 
Spot

Grava 
no S3 
durante o 
treinamen 
to

Grava 
no S3 
quando o 
trabalho 
é 
encerrado

/opt/
ml/i 
nput/
data 
/ channel_n 
ame 1

SM_CHANNE 
L_CHANNEL_N 
AME

Ler dados de 
treinamento dos 
canais de entrada 
especificados por 
meio da classe
Estimador do 
SageMaker Python 
SDK ou da operação 
de API CreateTra 
iningJob. Para obter 
mais informações 
sobre como especific 

Sim Sim Não Não
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Caminho 
local na 
instância 
de 
treinamen 
to do 
SageMaker

Variável 
de 
ambiente 
do 
SageMaker

Finalidade Leia 
no S3 
durante o 
início

Leia 
no S3 
durante 
a reinicial 
ização do 
Spot

Grava 
no S3 
durante o 
treinamen 
to

Grava 
no S3 
quando o 
trabalho 
é 
encerrado

ar isso no seu script 
de treinamento 
usando o SageMaker 
Python SDK, consulte
Preparar um script de 
treinamento.

/opt/
ml/o 
utput/
data 2

SM_OUTPUT 
_DIR

Salvando saídas 
como perda, precisão, 
camadas intermedi 
árias, pesos, 
gradientes, bias e 
saídas compatíveis 
com o TensorBoa 
rd. Você também 
pode salvar qualquer 
saída arbitrária que 
desejar usando esse 
caminho. Observe 
que esse é um 
caminho diferente 
daquele usado para 
armazenar o artefato 
do modelo final /
opt/ml/model/ .

Não Não Não Sim

Variáveis de ambiente do SageMaker e caminhos padrão para locais de armazenamento de treinamento 4076

https://sagemaker.readthedocs.io/en/stable/overview.html?highlight=VPC#prepare-a-training-script
https://sagemaker.readthedocs.io/en/stable/overview.html?highlight=VPC#prepare-a-training-script


Amazon SageMaker Guia do Desenvolvedor

Caminho 
local na 
instância 
de 
treinamen 
to do 
SageMaker

Variável 
de 
ambiente 
do 
SageMaker

Finalidade Leia 
no S3 
durante o 
início

Leia 
no S3 
durante 
a reinicial 
ização do 
Spot

Grava 
no S3 
durante o 
treinamen 
to

Grava 
no S3 
quando o 
trabalho 
é 
encerrado

/opt/
ml/m 
odel 3

SM_MODEL_ 
DIR

Armazenando o 
artefato do modelo 
final. Esse também 
é o caminho a partir 
do qual o artefato do 
modelo é implantad 
o para inferência 
em tempo real na 
hospedagem do 
SageMaker.

Não Não Não Sim

/opt/
ml/c 
heckpoint 
s 4

- Salvar os pontos 
de verificação do 
modelo (o estado do 
modelo) para retomar 
o treinamento a partir 
de um determinado 
ponto e se recuperar 
de interrupções 
inesperadas ou de 
interrupções no
Treinamento de Spot 
Gerenciado.

Sim Sim Sim Não

/opt/
ml/c 
ode

SAGEMAKER 
_SUBMIT_D 
IRECTORY

Copiar scripts de 
treinamento, bibliotec 
as adicionais e 
dependências.

Sim Sim Não Não
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Caminho 
local na 
instância 
de 
treinamen 
to do 
SageMaker

Variável 
de 
ambiente 
do 
SageMaker

Finalidade Leia 
no S3 
durante o 
início

Leia 
no S3 
durante 
a reinicial 
ização do 
Spot

Grava 
no S3 
durante o 
treinamen 
to

Grava 
no S3 
quando o 
trabalho 
é 
encerrado

/tmp - Ler ou escrever em /
tmp como um espaço 
de rascunho.

Não Não Não Não

1 channel_name é o local para especificar nomes de canais definidos pelo usuário para entradas de 
dados de treinamento. Cada trabalho de treinamento pode conter vários canais de entrada de dados. 
É possível especificar até 20 canais de entrada de treinamento por tarefa de treinamento. Observe 
que o tempo de download dos dados dos canais de dados é contabilizado no tempo faturável. Para 
obter mais informações sobre caminhos de entrada de dados, consulte Como o Amazon SageMaker 
fornece informações de treinamento. Além disso, há três tipos de modos de entrada de dados 
compatíveis com o SageMaker: arquivo, FastFile e modo pipe. Para saber mais sobre os modos de 
entrada de dados para treinamento no SageMaker, consulte Acessar dados de treinamento.

2 O SageMaker compacta e grava artefatos de treinamento em arquivos TAR (tar.gz). O tempo de 
compactação e upload é contabilizado no tempo faturável. Para obter mais informações, consulte
Como o Amazon SageMaker processa o resultado de treinamento.

3 O SageMaker compacta e grava o artefato do modelo final em um arquivo TAR (tar.gz). O tempo 
de compactação e upload é contabilizado no tempo faturável. Para obter mais informações, consulte
Como o Amazon SageMaker processa o resultado de treinamento.

4 Sincronize com o Amazon S3 durante o treinamento. Escreva como está sem compactar em 
arquivos TAR. Para obter mais informações, consulte Uso de Pontos de Verificação no Amazon 
SageMaker.
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Fornecer metadados de conjunto de dados para trabalhos de 
treinamento com um arquivo de Manifesto aumentado

Para incluir metadados com seu conjunto de dados em um trabalho de treinamento, use um arquivo 
manifesto aumentado. Quando usar um arquivo manifesto aumentado, seu conjunto de dados 
deve ser armazenado no Amazon Simple Storage Service (Amazon S3) e você deve configurar seu 
trabalho de treinamento para usar o conjunto de dados armazenado nele. Especifique a localização 
e o formato desse conjunto de dados para um ou mais Channel. Os manifestos aumentados só 
oferecem suporte ao modo de entrada Pipe. Consulte a seção InputMode em Channel para saber 
mais sobre o modo de entrada de Pipe.

Ao especificar os parâmetros de um canal, você especifica um caminho para o arquivo, denominado
S3Uri. O Amazon SageMaker interpreta esse URI com base no especificado S3DataType em
S3DataSource. A opção AugmentedManifestFile define um formato de manifesto que inclui 
metadados com os dados de entrada. Usar um arquivo manifesto aumentado é uma alternativa 
ao pré-processamento quando você rotula dados. Para treinar trabalhos usando dados rotulados, 
você normalmente precisa pré-processar o conjunto de dados para combinar dados de entrada 
com metadados antes do treinamento. Se o conjunto de dados de treinamento for grande, o pré-
processamento poderá ser demorado e caro.

Formato de arquivo manifesto aumentado

Um arquivo manifesto aumentado deve ser formatado em JSON Lines. No formato JSON Lines, cada 
linha no arquivo é um objeto JSON completo seguido por um separador de nova linha.

Durante o treinamento, o SageMaker analisa cada linha JSON e envia alguns ou todos os seus 
atributos ao algoritmo de treinamento. Você especifica qual conteúdo de atributo deve ser transmitido 
e a ordem de transmissão com o parâmetro AttributeNames da API CreateTrainingJob. O 
parâmetro AttributeNames é uma lista ordenada de nomes de atributos que o SageMaker procura 
no objeto JSON para usar como entrada de treinamento.

Por exemplo, se você listar ["line", "book"] para AttributeNames, os dados de entrada 
deverão incluir os nomes de atributos line e book na ordem especificada. Para este exemplo, o 
seguinte conteúdo do arquivo manifesto aumentado é válido:

{"author": "Herman Melville", "line": "Call me Ishmael", "book": "Moby Dick"}
{"line": "It was love at first sight.", "author": "Joseph Heller", "book": "Catch-22"}
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O SageMaker ignorará nomes de atributos não listados, mesmo se eles precederem, seguirem ou 
estiverem entre os atributos listados.

Ao usar arquivos manifestos aumentados, observe as seguintes diretrizes:

• A ordem dos atributos listados no parâmetro AttributeNames determina a ordem dos atributos 
transmitidos ao algoritmo no trabalho de treinamento.

• O AttributeNames listado pode ser um subconjunto de todos os atributos na linha JSON. O 
SageMaker ignora atributos não listados no arquivo.

• Você pode especificar qualquer tipo de dado permitido pelo formato JSON no AttributeNames, 
incluindo texto, numérico, matrizes de dados ou objetos.

• Para incluir um URI do S3 como um nome de atributo, adicione o sufixo -ref a ele.

Se um nome de atributo contiver o sufixo -ref, o valor do atributo deverá ser um URI do S3 para um 
arquivo de dados acessível ao trabalho de treinamento. Por exemplo, se AttributeNames contiver
["image-ref", "is-a-cat"], o exemplo a seguir mostra um arquivo de manifesto aumentado 
válido:

{"image-ref": "s3://mybucket/sample01/image1.jpg", "is-a-cat": 1}
{"image-ref": "s3://mybucket/sample02/image2.jpg", "is-a-cat": 0}

No caso da primeira linha JSON desse arquivo manifesto, o SageMaker recupera o arquivo
image1.jpg de s3://mybucket/sample01/ e a representação em cadeia de caracteres do 
atributo is-a-cat para classificação de imagem "1".

Tip

Para criar um arquivo de manifesto aumentado, use o Amazon SageMaker Ground Truth 
e crie um trabalho de rotulamento. Para obter mais informações sobre o resultado de um 
trabalho de rotulagem, consulte Dados de saída.

Streaming de dados de arquivos de manifesto aumentado

O formato de manifesto aumentado permite que você faça treinamentos no modo Pipe usando 
arquivos de imagem, sem precisar criar arquivos RecordIO. Você precisa especificar ambos os 
canais de treinamento e de validação como valores para o parâmetro InputDataConfig da 
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solicitação CreateTrainingJob. Arquivos manifestos aumentados são compatíveis apenas para 
canais que usam o modo de entrada Pipe. Para cada canal, os dados são extraídos de seu arquivo 
manifesto aumentado e transmitidos (em ordem) ao algoritmo por meio do Pipe nomeado do canal. 
O modo Pipe usa o método FIFO (o primeiro a entrar é o primeiro a sair) e, portanto, os registros são 
processados na ordem em que estão enfileirados. Para obter informações sobre o modo de entrada 
Pipe, consulte Input Mode.

Nomes de atributos com um sufixo "-ref" apontam para dados binários pré-formatados. Em alguns 
casos, o algoritmo sabe como analisar os dados. Em outros casos, pode ser necessário encapsular 
os dados para que os registros sejam delimitados pelo algoritmo. Se o algoritmo for compatível 
com dados formatados em RecordIO, especificar RecordIO para RecordWrapperType resolverá 
esse problema. Se o algoritmo for incompatível com o formato RecordIO, especifique None para
RecordWrapperType e certifique-se de que seus dados sejam analisados corretamente para o seu 
algoritmo.

Usando o exemplo ["image-ref", "is-a-cat"], se você usar o encapsulamento de RecordIO, 
o seguinte fluxo de dados será enviado à fila:

recordio_formatted(s3://mybucket/foo/
image1.jpg)recordio_formatted("1")recordio_formatted(s3://mybucket/bar/
image2.jpg)recordio_formatted("0")

Imagens que não forem encapsuladas com o formato RecordIO serão transmitidas com o valor de 
atributo is-a-cat correspondente como um único registro. Isso pode causar um problema, pois o 
algoritmo pode não delimitar corretamente as imagens e os atributos. Para obter mais informações 
sobre o uso de arquivos manifesto aumentados para classificação de imagens, consulte Treinar com 
o formato de imagem de manifesto aumentado.

Em geral, com o modo Pipe e os arquivos de manifesto aumentado, os limites de tamanho de 
volumes do EBS não se aplicam. Isso inclui configurações que, de outra forma, devem estar 
dentro do limite de tamanho do volume do EBS, como S3DataDistributionType . Para obter 
mais informações sobre o modo Pipe e como usá-lo, consulte Usar seus próprios algoritmos de 
treinamento - Configuração de dados de entrada.

Usar um arquivo de manifesto aumentado (console)

Para concluir este procedimento, você precisa:

• Da URL do bucket do S3 onde armazenou o arquivo manifesto aumentado.
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• Armazenar os dados listados no arquivo manifesto aumentado em um bucket do S3.

• O URL do bucket do S3 no qual o resultado do trabalho deve ser armazenado.

Usar um arquivo manifesto aumentado em um trabalho de treinamento (console)

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Treinamento e Trabalhos de treinamento.

3. Escolha Criar trabalho de treinamento.

4. Forneça um nome para o trabalho de treinamento. O nome deve ser exclusivo em uma região 
AWS em uma conta AWS. Ele pode ter de 1 a 63 caracteres. Caracteres válidos: a-z, A-Z, 0-9 
e . : + = @ _ % - (hífen).

5. Escolha o algoritmo que você deseja usar. Para obter informações sobre algoritmos integrados 
com suporte, consulte Use algoritmos SageMaker integrados da Amazon ou modelos pré-
treinados. Se quiser usar um algoritmo personalizado, verifique se ele é compatível com o modo 
Pipe.

6. (Opcional) Em Configuração de recursos, aceite os valores padrão ou, para reduzir o tempo de 
computação, aumente o consumo de recursos.

a. (Opcional) Em Tipo de instância, escolha o tipo de instância de computação de ML que 
você deseja usar. Na maioria dos casos, ml.m4.xlarge é suficiente.

b. Para Contagem de instâncias, use o padrão, 1.

c. (Opcional) Em Volume adicional por instância (GB), escolha o tamanho do volume de 
armazenamento de ML que você deseja provisionar. Na maioria dos casos, você pode usar 
o padrão, 1. Se estiver usando um conjunto de dados grande, use um tamanho maior.

7. Forneça informações sobre os dados de entrada para o conjunto de dados de treinamento.

a. Em Nome do canal, aceite o padrão (train) ou insira um nome mais significativo, como
training-augmented-manifest-file.

b. Para InputMode, escolha Pipe.

c. Em Tipo de distribuição de dados do S3, escolha FullyReplicated. Quando o treinamento é 
incremental, a replicação completa faz com que cada instância de computação de ML use 
uma cópia completa do conjunto de dados expandido. Para algoritmos baseados em neural, 
como Algoritmo de Modelo de tópicos neurais (NTM), escolha ShardedByS3Key.
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d. Se os dados especificados no arquivo manifesto aumentado estiverem descompactados, 
defina o Tipo de compressão como Nenhum. Se os dados estiverem compactados usando 
gzip, defina-os como Gzip.

e. (Opcional) Em Tipo de conteúdo, especifique o tipo MIME apropriado. O tipo de conteúdo é 
o tipo MIME (Multipurpose Internet Mail Extension) dos dados.

f. Para Wrapper de registro, se o conjunto de dados especificado no arquivo manifesto 
aumentado for salvo no formato RecordIO, escolha RecordIO. Se o seu conjunto de dados 
não estiver salvo como um arquivo formatado com RecordIO, escolha Nenhum.

g. Para Tipo de dados do S3, escolha AugmentedManifestFile.

h. Para Localização do S3, forneça o caminho para o bucket onde você armazenou o arquivo 
manifesto aumentado.

i. Para Nomes de atributo AugmentedManifestFile, especifique o nome de um atributo que 
você deseja usar. O nome do atributo deve estar presente no arquivo manifesto aumentado 
e faz distinção entre maiúsculas e minúsculas.

j. (Opcional) Para adicionar mais nomes de atributos, escolha Adicionar linha e especifique 
outro nome de atributo para cada atributo.

k. (Opcional) Para ajustar a ordem dos nomes de atributos, escolha os botões para cima ou 
para baixo ao lado dos nomes. Ao usar um arquivo manifesto aumentado, a ordem dos 
nomes de atributos especificados é importante.

l. Escolha Concluído.

8. Para Configuração dos dados de saída, forneça as seguintes informações:

a. Para Localização do S3, digite o caminho para o bucket do S3 no qual você deseja 
armazenar os dados de saída.

b. (Opcional) Você pode usar sua chave de criptografia AWS Key Management Service (AWS 
KMS) para criptografar os dados de saída em repouso. Para Chave de criptografia, forneça 
o ID da chave ou seu número de recurso da Amazon (ARN). Para obter mais informações, 
consulte Chaves de criptografia gerenciadas por KMS.

9. (Opcional) Para Tags, adicione uma ou mais tags ao trabalho de treinamento. Uma tag é um 
metadado que você pode definir e atribuir aos recursos AWS. Nesse caso, você pode usar tags 
para ajudá-lo a gerenciar seus trabalhos de treinamento. Uma tag consiste em uma chave e um 
valor que você define. Por exemplo, você pode querer criar uma tag com Project como uma 
chave e um valor que faça referência a um projeto relacionado ao trabalho de treinamento, como
Home value forecasts.
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10. Escolha Criar trabalho de treinamento. O SageMaker cria e executa o trabalho de treinamento.

Após o término do trabalho de treinamento, o SageMaker armazena os artefatos do modelo no 
bucket cujo caminho você forneceu para Caminho de saída do S3 no campo Configuração dos 
dados de saída. Para implantar o modelo e obter previsões, consulte Etapa 5: Implantar o modelo do 
Amazon EC2.

Usar um arquivo manifesto aumentado (API)

O seguinte mostra como treinar um modelo com um arquivo de manifesto aumentado usando a 
biblioteca do Python de alto nível do SageMaker:

import sagemaker

# Create a model object set to using "Pipe" mode.
model = sagemaker.estimator.Estimator( 
     training_image, 
    role, 
    instance_count=1, 
    instance_type='ml.p3.2xlarge', 
    volume_size = 50, 
    max_run = 360000, 
    input_mode = 'Pipe', 
    output_path=s3_output_location, 
    sagemaker_session=session
)

# Create a train data channel with S3_data_type as 'AugmentedManifestFile' and 
 attribute names.
train_data = sagemaker.inputs.TrainingInput( 
     your_augmented_manifest_file, 
    distribution='FullyReplicated', 
    content_type='application/x-recordio', 
    s3_data_type='AugmentedManifestFile', 
    attribute_names=['source-ref', 'annotations'], 
    input_mode='Pipe', 
    record_wrapping='RecordIO'
)

data_channels = {'train': train_data}

# Train a model.

Usar um arquivo manifesto aumentado (API) 4084



Amazon SageMaker Guia do Desenvolvedor

model.fit(inputs=data_channels, logs=True)

Após o término do trabalho de treinamento, o SageMaker armazena os artefatos do modelo no 
bucket cujo caminho você forneceu para Caminho de saída do S3 no campo Configuração dos 
dados de saída. Para implantar o modelo e obter previsões, consulte Etapa 5: Implantar o modelo do 
Amazon EC2.

Use pontos de verificação no Amazon SageMaker

Use pontos de verificação no Amazon SageMaker para salvar o estado dos modelos de machine 
learning (ML) durante o treinamento. Os pontos de verificação são snapshots do modelo e podem ser 
configurados pelas funções de retorno de chamada dos frameworks de ML. Você pode usar pontos 
de verificação salvos para reiniciar um trabalho de treinamento a partir do ponto de verificação salvo 
pela última vez.

O mecanismo de treinamento do SageMaker usa contêineres de treinamento em instâncias do 
Amazon EC2 e os arquivos do ponto de verificação são salvos em um diretório local dos contêineres 
(o padrão é /opt/ml/checkpoints). O SageMaker fornece a funcionalidade de copiar os pontos 
de verificação do caminho local para o Amazon S3 e sincronizar automaticamente os pontos de 
verificação desse diretório com o Amazon S3. Os pontos de verificação existentes no S3 são 
gravados no contêiner do SageMaker no início do trabalho, permitindo que os trabalhos sejam 
retomados a partir de um ponto de verificação. Os pontos de verificação adicionados à pasta S3 
após o início do trabalho não são copiados para o contêiner de treinamento. O SageMaker também 
grava novos pontos de verificação do contêiner no S3 durante o treinamento. Se um ponto de 
verificação for excluído do contêiner do SageMaker, ele também será excluído da pasta do S3.

Usando pontos de verificação, você pode fazer o seguinte:

• Salvar os snapshots do seu modelo durante o treinamento devido a uma interrupção inesperada 
na instância ou trabalho de treinamento.

• Retome o treinamento do modelo no futuro a partir de um ponto de verificação.

• Analise o modelo em estágios intermediários de treinamento.

• Use pontos de verificação com o treinamento de spot gerenciado pelo SageMaker para 
economizar nos custos de treinamento.

Se você estiver usando pontos de verificação com o treinamento de spot gerenciado pelo 
SageMaker, o SageMaker gerencia os pontos de verificação do seu modelo de treinamento em uma 
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instância spot e a retoma o trabalho de treinamento na próxima instância spot. Com o treinamento 
de spot gerenciado pelo SageMaker, você pode reduzir significativamente o tempo faturável para 
treinar modelos de ML. Para obter mais informações, consulte Use o treinamento local gerenciado na 
Amazon SageMaker.

Tópicos

• Pontos de verificação para frameworks e algoritmos no SageMaker

• Habilitar pontos de verificação

• Procurar arquivos de ponto de verificação

• Retomar o treinamento a partir de um ponto de verificação

• Considerações sobre pontos de verificação

Pontos de verificação para frameworks e algoritmos no SageMaker

Use pontos de verificação para salvar snapshots de modelos de ML criados em seus frameworks 
preferidos no SageMaker.

Frameworks e algoritmos do SageMaker que oferecem suporte aos pontos de verificação

O SageMaker suporta pontos de verificação para Contêineres de Aprendizado Profundo AWS e um 
subconjunto de algoritmos integrados sem exigir alterações no script de treinamento. O SageMaker 
salva os pontos de verificação no caminho local padrão '/opt/ml/checkpoints' e os copia para 
o Amazon S3.

• Contêineres de Aprendizado Profundo: TensorFlow, PyTorch, MXNet e HuggingFace

Note

Se você estiver usando o estimador de framework do HuggingFace, precisará especificar 
um caminho de saída do ponto de verificação por meio de hiperparâmetros. Para 
obter mais informações, consulte Executar treinamento no Amazon SageMaker na 
documentação do HuggingFace.

• Algoritmos integrados: classificação de imagens, detecção de objetos, segmentação de semântica
e XGBoost (0.90-1 ou posterior)
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Note

Se você estiver usando o algoritmo XGBoost no modo de framework (modo script), 
precisará trazer um script de treinamento do XGBoost com ponto de verificação 
configurado manualmente. Para obter mais informações sobre os métodos de treinamento 
do XGBoost para salvar instantâneos do modelo, consulte Treinamento do XGBoost na
documentação do XGBoost Python SDK.

Se um algoritmo pré-criado que não suporta pontos de verificação for usado em um trabalho de 
treinamento de spot gerenciado, o SageMaker não permite um tempo de espera máximo maior que 
uma hora para trabalho, a fim de limitar o tempo de treinamento desperdiçado devido a interrupções.

Para contêineres de treinamento personalizados e outros frameworks

Se você estiver usando seus próprios contêineres de treinamento, scripts de treinamento ou 
outros frameworks não listados na seção anterior, deverá configurar adequadamente seu script de 
treinamento usando retornos de chamada ou APIs de treinamento para salvar pontos de verificação 
no caminho local ('/opt/ml/checkpoints') e carregar a partir do caminho local em seu script de 
treinamento. Os estimadores do SageMaker podem se sincronizar com o caminho local e salvar os 
pontos de verificação no Amazon S3.

Habilitar pontos de verificação

Depois de habilitar pontos de verificação, o SageMaker salva os pontos de verificação no Amazon S3 
e sincroniza seu trabalho de treinamento com o bucket S3 do ponto de verificação.
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O exemplo a seguir mostra como configurar caminhos de ponto de verificação ao construir 
um estimador do SageMaker. Para habilitar pontos de verificação, adicione os parâmetros
checkpoint_s3_uri e checkpoint_local_path ao seu estimador.

O seguinte modelo de exemplo mostra como criar um estimador genérico do SageMaker e habilitar 
pontos de verificação. Você pode usar esse modelo para os algoritmos compatíveis especificando 
o parâmetro image_uri. Para encontrar URIs de imagem do Docker para algoritmos com pontos 
de verificação compatíveis com o SageMaker, consulte Caminhos de registro do Docker e código 
de exemplo. Você também pode substituir estimator e Estimator com as classes pais e de 
estimadores de frameworks do SageMaker e classes de estimadores como TensorFlow, PyTorch,
MXNet, HuggingFace e XGBoost.

import sagemaker
from sagemaker.estimator import Estimator

bucket=sagemaker.Session().default_bucket()
base_job_name="sagemaker-checkpoint-test"
checkpoint_in_bucket="checkpoints"

# The S3 URI to store the checkpoints
checkpoint_s3_bucket="s3://{}/{}/{}".format(bucket, base_job_name, 
 checkpoint_in_bucket)

# The local path where the model will save its checkpoints in the training container
checkpoint_local_path="/opt/ml/checkpoints"

estimator = Estimator( 
    ... 
    image_uri="<ecr_path>/<algorithm-name>:<tag>" # Specify to use built-in algorithms 
    output_path=bucket, 
    base_job_name=base_job_name, 
     
    # Parameters required to enable checkpointing 
    checkpoint_s3_uri=checkpoint_s3_bucket, 
    checkpoint_local_path=checkpoint_local_path
)

Os dois parâmetros a seguir especificam caminhos para pontos de verificação:

• checkpoint_local_path – Especifique o caminho local em que o modelo salva os pontos de 
verificação periodicamente em um contêiner de treinamento. O caminho padrão é definido como
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'/opt/ml/checkpoints'. Se você estiver usando outros frameworks ou trazendo seu próprio 
contêiner de treinamento, certifique-se de que a configuração do ponto de verificação do seu script 
de treinamento especifique o caminho para '/opt/ml/checkpoints'.

Note

Recomendamos especificar os caminhos locais como '/opt/ml/checkpoints'
para que sejam consistentes com as configurações padrão do ponto de verificação 
do SageMaker. Se você preferir especificar seu próprio caminho local, certifique-se 
de corresponder o caminho de salvamento do ponto de verificação em seu script de 
treinamento e o parâmetro checkpoint_local_path dos estimadores do SageMaker.

• checkpoint_s3_uri – URI para um bucket do S3 em que os pontos de verificação são 
armazenados em tempo real.

Para encontrar uma lista completa dos parâmetros do estimador do SageMaker, consulte a API do 
Estimator na documentação do Amazon Sagemaker Python SDK.

Procurar arquivos de ponto de verificação

Localize arquivos de ponto de verificação usando o SageMaker Python SDK e o console do Amazon 
S3.

Para encontrar os arquivos do ponto de verificação programaticamente

Para recuperar o URI do bucket do S3 em que os pontos de verificação são salvos, verifique o 
seguinte atributo do estimador:

estimator.checkpoint_s3_uri

Isso retorna o caminho de saída do Amazon S3 para pontos de verificação configurados ao fazer a 
solicitação CreateTrainingJob. Para encontrar os arquivos de ponto de verificação salvos usando 
o console do Amazon S3, use o procedimento a seguir.

Como encontrar os arquivos do ponto de verificação no console do Amazon S3

1. Faça login no AWS Management Console e abra o console do SageMaker em https:// 
console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Trabalhos de treinamento.
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3. Escolha o link para o trabalho de treinamento com pontos de verificação ativados para abrir as
configurações de trabalho.

4. Na página de configurações de trabalho de treinamento, localize a seção Configuração dos 
pontos de verificação.

5. Use o link para o bucket do S3 para acessar os arquivos de pontos de verificação.

Retomar o treinamento a partir de um ponto de verificação

Para retomar um trabalho de treinamento a partir de um ponto de verificação, execute um novo 
estimador com o mesmo checkpoint_s3_uri que você criou na seção Habilitar pontos de 
verificação. Depois que o treinamento for retomado, os pontos de verificação desse bucket do 
S3 serão restaurados para checkpoint_local_path em cada instância do novo trabalho de 
treinamento. Um bucket do S3 deve existir na mesma região da sessão atual do SageMaker.

Considerações sobre pontos de verificação

Leve em consideração o seguinte ao usar pontos de verificação no SageMaker.
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• Para evitar substituições em treinamentos distribuídos com várias instâncias, você deve configurar 
manualmente os nomes e caminhos dos arquivos do ponto de verificação em seu script de 
treinamento. A configuração de alto nível de pontos de verificação do SageMaker especifica um 
único local do Amazon S3 sem sufixos ou prefixos adicionais para marcar pontos de verificação de 
várias instâncias.

• O SageMaker Python SDK não oferece suporte à configuração de alto nível para frequência de 
pontos de verificação. Para controlar a frequência de pontos de verificação, modifique seu script de 
treinamento usando as funções de salvamento do modelo ou os retornos de chamada do ponto de 
verificação do framekwork.

• Se você usa pontos de verificação do SageMaker com o Depurador do SageMaker e o SageMaker 
distribuído e está enfrentando problemas, consulte as páginas a seguir para solução de problemas 
e considerações.

• Considerações sobre o Amazon SageMaker Debugger

• Solução de problemas para treinamento distribuído na Amazon SageMaker

• Solução de problemas de paralelismo do modelo
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Implantar modelos para inferência

Com a Amazon SageMaker, você pode implantar seus modelos de aprendizado de máquina (ML) 
para fazer previsões, também conhecidas como inferência. SageMaker fornece uma ampla seleção 
de opções de implantação de modelos e infraestrutura de ML para ajudar a atender a todas as suas 
necessidades de inferência de ML. É um serviço totalmente gerenciado e integra-se a ferramentas 
de MLOps, permitindo que você dimensione a implantação do seu modelo, reduza os custos de 
inferência, gerencie os modelos de forma mais eficaz em produção e diminua a carga operacional.

Depois de criar e treinar um modelo de aprendizado de máquina, você pode usar a SageMaker 
inferência para começar a obter previsões ou inferências do seu modelo. Com a SageMaker 
Inferência, você pode configurar um endpoint que retorna inferências ou executar inferências em lote 
a partir do seu modelo.

Para começar a usar a SageMaker inferência, consulte as seções a seguir e analise as Opções de 
inferência para determinar qual recurso é mais adequado ao seu caso de uso.

Você pode consultar a seção Recursos para obter mais informações de solução de problemas e 
referência, blogs e exemplos que o ajudarão a começar, além de perguntas frequentes comuns.

Tópicos

• Antes de começar

• Etapas para a implantação do modelo

• Opções de inferência

• Opções de endpoints avançadas

• Traga seu próprio modelo

• Próximas etapas

Antes de começar

Esses tópicos pressupõem que você tenha criado e treinado um ou mais modelos de machine 
learning e esteja pronto para implantá-los. Você não precisa treinar seu modelo para implantá-lo 
SageMaker e obter inferências. SageMaker Se você não tem seu próprio modelo, também pode usar 
SageMaker algoritmos integrados ou modelos pré-treinados.
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Se você é novato SageMaker e ainda não escolheu um modelo para implantar, siga as etapas 
do SageMaker tutorial Get Started with Amazon para se familiarizar com um exemplo de como 
SageMaker gerencia o processo de ciência de dados e como ele lida com a implantação do modelo. 
Para obter mais informações sobre treinar um modelo, consulte Treinar modelos.

Para informações adicionais, referência e exemplos, consulte o Recursos.

Etapas para a implantação do modelo

Para endpoints de inferência, o fluxo de trabalho geral consiste no seguinte:

• Crie um modelo no SageMaker Inference apontando para artefatos de modelo armazenados no 
Amazon S3 e uma imagem de contêiner.

• Selecionar uma opção de inferência. Para ter mais informações, consulte Opções de inferência.

• Crie uma configuração de endpoint de SageMaker inferência escolhendo o tipo de instância 
e o número de instâncias que você precisa por trás do endpoint. Você pode usar o Amazon 
SageMaker Inference Recommender para obter recomendações para tipos de instância. Para 
Inferência Serverless, você só precisa fornecer a configuração de memória necessária com base 
no tamanho do seu modelo.

• Crie um endpoint de SageMaker inferência.

• Invoque seu endpoint para receber uma inferência como resposta.

O diagrama a seguir mostra o fluxo de trabalho anterior.
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Você pode realizar essas ações usando o AWS console, os AWS SDKs, o SDK AWS 
CloudFormation do SageMaker Python ou o. AWS CLI

Para inferência em lote com transformação em lote, aponte para os artefatos do modelo e os 
dados de entrada e crie um trabalho de inferência em lote. Em vez de hospedar um endpoint para 
inferência, SageMaker envia suas inferências para um local Amazon S3 de sua escolha.

Opções de inferência

SageMaker fornece várias opções de inferência para que você possa escolher a opção mais 
adequada à sua carga de trabalho:

• Inferência em tempo real: a inferência em tempo real é ideal para inferências online que têm 
baixa latência ou exigências de Alta taxa de transferência. Use inferência em tempo real para um 
endpoint persistente e totalmente gerenciado (API REST) que pode lidar com tráfego constante, 
respaldado pelo tipo de instância de sua escolha. A inferência em tempo real pode suportar 
tamanhos de carga de até 6 MB e tempos de processamento de até 60 segundos.

• Inferência sem servidor: a inferência sem servidor é ideal quando você tem padrões de tráfego
intermitentes ou imprevisíveis. SageMaker gerencia toda a infraestrutura subjacente, portanto, 
não há necessidade de gerenciar instâncias ou políticas de escalabilidade. Você paga apenas 
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por aquilo que usa e não por tempo ocioso. Ele pode suportar tamanhos de carga de até 4 MB e 
tempos de processamento de até 60 segundos.

• Transformação em lote: a transformação em lote é adequada para processamento off-line quando 
grandes quantidades de dados estão disponíveis antecipadamente e você não precisa de um 
endpoint persistente. Você também pode usar a transformação em lote para pré-processar 
conjuntos de dados. Pode suportar conjuntos de dados grandes com tamanhos na ordem de 
gigabytes e tempos de processamento de vários dias.

• Inferência assíncrona: a inferência assíncrona é ideal quando você deseja enfileirar solicitações e 
ter grandes cargas com longos tempos de processamento. A Inferência assíncrona pode suportar 
cargas úteis de até 1 GB e tempos de processamento longos de até uma hora. Você também pode 
reduzir a escala verticalmente do seu endpoint para 0 quando não há solicitações para processar.

O diagrama a seguir mostra as informações anteriores em um fluxograma e pode ajudá-lo a escolher 
a opção mais adequada ao seu caso de uso.

Opções de endpoints avançadas
Com a inferência em tempo real, você pode otimizar ainda mais o desempenho e o custo com as 
seguintes opções avançadas de inferência:
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• Se você tiver vários modelos que usam o mesmo framework e podem compartilhar um contêiner, 
então use Hospedar vários modelos em um contêiner atrás de um endpoint. Essa opção ajuda a 
otimizar os custos melhorando a utilização do endpoint e reduzindo as despesas de implantação.

• Se você tiver vários modelos que usam frameworks diferentes e requerem contêineres próprios, 
então use Hospede vários modelos que usam contêineres diferentes atrás de um endpoint. Com 
essa opção, você obtém muitos dos benefícios dos Endpoints Multi-Model e pode implantar uma 
variedade de frameworks e modelos.

• Se você deseja hospedar modelos com lógica de pré-processamento e pós-processamento por 
trás de um endpoint, então use a série Pipelines de Inferência. Os pipelines de inferência são 
totalmente gerenciados SageMaker e oferecem menor latência porque todos os contêineres estão 
hospedados nas mesmas instâncias do Amazon EC2.

Traga seu próprio modelo

Para usar um contêiner Docker existente em SageMaker, consulteAdaptando seu próprio contêiner 
Docker para trabalhar com SageMaker.

Para criar um novo contêiner do Docker e receber orientações mais avançadas sobre como executar 
seu próprio código de inferência, consulte os links a seguir.

• Para executar seus próprios serviços de hospedagem de código de inferência, consulte Usar seu 
próprio código de inferência com serviços de hospedagem.

• Para executar seu próprio código de inferência para inferência em lote, consulte Usar seu próprio 
código de inferência com uma transformação em lote.

Próximas etapas

Depois de ter um endpoint e entender o fluxo de trabalho geral de inferência, você pode usar os 
seguintes recursos no SageMaker Inference para melhorar seu fluxo de trabalho de inferência.

Monitoramento

Para acompanhar o desempenho do seu modelo ao longo do tempo por meio de métricas como 
precisão do modelo e deriva, você pode usar o Model Monitor. Com o Model Monitor, você pode 
configurar alertas que o notificam quando houver desvios na qualidade do seu modelo. Para saber 
mais, consulte a documentação do Model Monitor. Para saber mais sobre ferramentas que podem 
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ser usadas para monitorar implantações de modelos e eventos que alteram seu endpoint, consulte 
Monitore a Amazon. SageMaker Por exemplo, você pode monitorar a integridade do seu endpoint 
por meio de métricas como erros de invocação e latência do modelo usando métricas da Amazon. 
CloudWatch As métricas de invocação do SageMaker endpoint podem fornecer informações valiosas 
sobre o desempenho do seu endpoint.

CI/CD para implantação do modelo

Para reunir soluções de aprendizado de máquina SageMaker, você pode usar SageMakerMLOps. 
Você pode usar esse recurso para automatizar as etapas em seu fluxo de trabalho de machine 
learning e aplicar práticas de CI/CD. Você pode usar os modelos de projeto MLOps para ajudar na 
configuração e implementação de projetos SageMaker MLOps. SageMaker também suporta o uso de 
seu próprio repositório Git de terceiros para criar um sistema de CI/CD.

Para seus pipelines de ML, use o registro do modelo para gerenciar suas versões de modelo e a 
implantação e automação de seus modelos.

Barreiras de proteção de implantação

Se você quiser atualizar seu modelo enquanto ele está em produção sem afetar a produção, 
você pode usar grades de proteção de implantação. As grades de proteção de implantação são 
um conjunto de opções de implantação de modelos no SageMaker Inference para atualizar seus 
modelos de aprendizado de máquina em produção. Usando as opções do total gerenciamento de 
implantações, você pode controlar a mudança do modelo atual em produção para um novo. Os 
modos de deslocamento de tráfego oferecem controle detalhado sobre o processo de distribuição 
de tráfego, e salvaguardas incorporadas, como reversão automática, ajudam a identificar problemas 
precocemente. Para saber mais sobre proteções de implantação, consulte a documentação de
proteções de implantação.

Inferência

Se você precisar executar aplicativos de machine learning e aprendizado profundo em grande escala 
para casos de uso como reconhecimento de imagem ou fala, processamento de linguagem natural 
(PNL), personalização, previsão ou detecção de fraudes, você pode usar uma instância Inf1 com 
um endpoint em tempo real.

As instâncias Inf1 são criadas para suportar aplicativos de inferência de machine learning e 
apresentam os chips AWS Inferentia. As instâncias Inf1 oferecem alta taxa de transferência e 
menor custo por inferência do que as instâncias baseadas em GPU.
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Para implantar um modelo em Inf1 instâncias, compile seu modelo com SageMaker o Neo e 
escolha uma Inf1 instância para sua opção de implantação. Para saber mais, consulte Otimizar o 
desempenho do modelo usando SageMaker o Neo.

Otimizar a performance do modelo

SageMaker fornece recursos para gerenciar recursos e otimizar o desempenho de inferência ao 
implantar modelos de aprendizado de máquina. Você pode usar SageMaker algoritmos integrados 
e modelos pré-criados, bem como imagens pré-criadas do Docker, que são desenvolvidas para 
aprendizado de máquina. Para treinar TensorFlow os modelos Apache MXNet PyTorch, ONNX e 
XGBoost uma vez e otimizá-los para implantação em processadores ARM, Intel e Nvidia, consulte 
Otimizar o desempenho do modelo usando o Neo. SageMaker

Autoescalabilidade

Se você tiver quantidades variáveis de tráfego em seus endpoints, talvez queira experimentar a 
autoescalabilidade. Por exemplo, durante as horas de pico, você pode precisar de mais instâncias 
para processar solicitações, mas durante períodos de baixo tráfego, pode desejar reduzir o uso de 
recursos computacionais. Para ajustar dinamicamente o número de instâncias provisionadas em 
resposta a alterações na workload, consulte Dimensione automaticamente os SageMaker modelos 
da Amazon.

Se você tiver padrões de tráfego imprevisíveis ou não quiser configurar políticas de escalabilidade, 
você também pode usar a inferência sem servidor para um endpoint que gerencia o escalonamento 
automático para você. SageMaker Durante períodos de baixo tráfego, SageMaker reduz seu 
endpoint e, se o tráfego aumentar, SageMaker aumenta seu endpoint. Para obter mais informações, 
consulte a documentação do Inferência sem servidor.

Implementar um modelo no Amazon SageMaker.

Depois de treinar seu modelo de machine learning, você pode implantá-lo usando o Amazon 
SageMaker para obter previsões de qualquer uma das seguintes formas, dependendo do seu caso 
de uso:

• Para endpoints persistentes e em tempo real que fazem uma previsão por vez, use os serviços de 
hospedagem em tempo real do SageMaker. Consulte Inferência em tempo real.

• Cargas de trabalho que têm períodos de inatividade entre surtos de tráfego e podem tolerar 
arranques a frio usam a inferência sem servidor. Consulte Inferência sem servidor.
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• Solicitações com cargas de até 1 GB, tempos de processamento longos e requisitos de latência 
quase em tempo real usam a inferência assíncrona do Amazon SageMaker. Consulte Inferência 
assíncrona.

• Para obter previsões para um conjunto de dados inteiro, use a transformação em lote do 
SageMaker. Consulte Usar transformação em lote.

O SageMaker fornece funcionalidades para gerenciar atributos e otimizar o desempenho de 
inferência ao implantar modelos de machine learning:

• Para gerenciar modelos em dispositivos de borda para que você possa otimizar, proteger, 
monitorar e manter modelos de machine learning em frotas de dispositivos periféricos, como 
câmeras inteligentes, robôs, computadores pessoais e dispositivos móveis, consulte Implemente 
modelos na borda com o SageMaker Edge Manager.

• Para otimizar os modelos Gluon, Keras, MXNet, PyTorch, TensorFlow, TensorFlow-Lite e 
ONNX para inferência em máquinas Android, Linux e Windows baseadas em processadores de 
Ambarella, ARM, Intel, Nvidia, NXP, Qualcomm, Texas Instruments e Xilinx, consulte Otimize o 
desempenho do modelo usando o Neo.

Para obter mais informações sobre todas as opções de implantação, consulte Implantar modelos 
para inferência.

Crie um modelo na Amazon SageMaker com ModelBuilder

Preparar seu modelo para implantação em um SageMaker endpoint requer várias etapas, 
incluindo escolher uma imagem do modelo, definir a configuração do endpoint, codificar suas 
funções de serialização e desserialização para transferir dados de e para o servidor e o cliente, 
identificar dependências do modelo e enviá-las para o Amazon S3. ModelBuilderpode reduzir a 
complexidade da configuração e implantação iniciais para ajudá-lo a criar um modelo implantável em 
uma única etapa.

ModelBuilderexecuta as seguintes tarefas para você:

• Converte modelos de aprendizado de máquina treinados usando várias estruturas, como o 
XGBoost, ou PyTorch em modelos implantáveis em uma única etapa.
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• Executa a seleção automática de contêineres com base na estrutura do modelo para que você 
não precise especificar manualmente seu contêiner. Você ainda pode trazer seu próprio contêiner 
passando seu próprio URI paraModelBuilder.

• Lida com a serialização dos dados no lado do cliente antes de enviá-los ao servidor para inferência 
e desserialização dos resultados retornados pelo servidor. Os dados são formatados corretamente 
sem processamento manual.

• Permite a captura automática de dependências e empacota o modelo de acordo com as 
expectativas do servidor do modelo. ModelBuilderA captura automática de dependências 
da é a melhor abordagem para carregar dependências dinamicamente. (Recomendamos que 
você teste a captura automatizada localmente e atualize as dependências para atender às suas 
necessidades.)

• Para casos de uso do modelo de linguagem grande (LLM), opcionalmente executa o ajuste 
de parâmetros locais das propriedades de serviço que podem ser implantadas para melhor 
desempenho ao hospedar em um endpoint. SageMaker

• Suporta a maioria dos servidores e contêineres de modelos populares TorchServe, como Triton, 
DJLServing e contêiner TGI.

Crie seu modelo com ModelBuilder

ModelBuilderé uma classe Python que usa um modelo de estrutura, como o XGBoost ou, 
ou uma especificação de inferência especificada pelo usuário PyTorch, e o converte em um 
modelo implantável. ModelBuilderfornece uma função de construção que gera os artefatos para 
implantação. O artefato do modelo gerado é específico para o servidor do modelo, que você também 
pode especificar como uma das entradas. Para obter mais detalhes sobre a ModelBuilder aula, 
consulte ModelBuilder.

O diagrama a seguir ilustra o fluxo de trabalho geral de criação do modelo quando você 
usaModelBuilder. ModelBuilderaceita uma especificação de modelo ou inferência junto 
com seu esquema para criar um modelo implantável que você possa testar localmente antes da 
implantação.
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ModelBuilderpode lidar com qualquer personalização que você queira aplicar. No entanto, 
para implantar um modelo de estrutura, o construtor de modelos espera no mínimo um modelo, 
uma amostra de entrada e saída e a função. No exemplo de código a seguir, ModelBuilder é 
chamado com um modelo de estrutura e uma instância de SchemaBuilder com argumentos 
mínimos (para inferir as funções correspondentes para serializar e desserializar a entrada e saída 
do endpoint). Nenhum contêiner é especificado e nenhuma dependência empacotada é passada — 
infere SageMaker automaticamente esses recursos quando você cria seu modelo.

from sagemaker.serve.builder.model_builder import ModelBuilder
from sagemaker.serve.builder.schema_builder import SchemaBuilder

model_builder = ModelBuilder( 
    model=model, 
    schema_builder=SchemaBuilder(input, output), 
    role_arn="execution-role",
)

O exemplo de código a seguir é invocado ModelBuilder com uma especificação de inferência 
(como uma InferenceSpec instância) em vez de um modelo, com personalização adicional. Nesse 
caso, a chamada para o construtor de modelos inclui um caminho para armazenar artefatos do 
modelo e também ativa a captura automática de todas as dependências disponíveis. Para obter 
detalhes adicionais sobreInferenceSpec, consultePersonalize o carregamento do modelo e o 
tratamento de solicitações.

model_builder = ModelBuilder( 
    mode=Mode.LOCAL_CONTAINER, 
    model_path=model-artifact-directory, 
    inference_spec=your-inference-spec, 
    schema_builder=SchemaBuilder(input, output), 
    role_arn=execution-role, 
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    dependencies={"auto": True}
)

Definir métodos de serialização e desserialização

Ao invocar um SageMaker endpoint, os dados são enviados por meio de cargas HTTP com 
diferentes tipos de MIME. Por exemplo, uma imagem enviada ao endpoint para inferência precisa 
ser convertida em bytes no lado do cliente e enviada por meio de uma carga HTTP para o endpoint. 
Quando o endpoint recebe a carga, ele precisa desserializar a sequência de bytes de volta ao tipo 
de dados esperado pelo modelo (também conhecido como desserialização do lado do servidor). 
Depois que o modelo termina a previsão, os resultados também precisam ser serializados em bytes 
que podem ser enviados de volta por meio da carga HTTP para o usuário ou o cliente. Depois que 
o cliente recebe os dados de bytes de resposta, ele precisa realizar a desserialização do lado do 
cliente para converter os dados de bytes de volta ao formato de dados esperado, como JSON. No 
mínimo, você precisa converter dados para as seguintes tarefas:

1. Serialização da solicitação de inferência (gerenciada pelo cliente)

2. Desserialização da solicitação de inferência (gerenciada pelo servidor ou algoritmo)

3. Invocando o modelo contra a carga útil e enviando a carga útil de resposta de volta

4. Serialização da resposta de inferência (gerenciada pelo servidor ou algoritmo)

5. Desserialização da resposta de inferência (feita pelo cliente)

O diagrama a seguir mostra os processos de serialização e desserialização que ocorrem quando 
você invoca o endpoint.

Quando você fornece amostras de entrada e saída paraSchemaBuilder, o criador de 
esquemas gera as funções de empacotamento correspondentes para serializar e desserializar 
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a entrada e a saída. Você pode personalizar ainda mais suas funções de serialização 
comCustomPayloadTranslator. Mas, na maioria dos casos, um serializador simples, como o 
seguinte, funcionaria:

input = "How is the demo going?"
output = "Comment la démo va-t-elle?"
schema = SchemaBuilder(input, output)

Para obter mais detalhes sobreSchemaBuilder, consulte SchemaBuilder.

O trecho de código a seguir descreve um exemplo em que você deseja personalizar as funções de 
serialização e desserialização nos lados do cliente e do servidor. Você pode definir seus próprios 
tradutores de solicitação e resposta CustomPayloadTranslator e repassar esses tradutores 
para. SchemaBuilder

Ao incluir as entradas e saídas com os tradutores, o construtor do modelo pode extrair o formato 
de dados que o modelo espera. Por exemplo, suponha que a entrada de amostra seja uma 
imagem bruta e seus tradutores personalizados recortem a imagem e enviem a imagem recortada 
para o servidor como um tensor. ModelBuilderprecisa da entrada bruta e de qualquer código 
personalizado de pré-processamento ou pós-processamento para derivar um método para converter 
dados no lado do cliente e do servidor.

from sagemaker.serve import CustomPayloadTranslator

# request translator
class MyRequestTranslator(CustomPayloadTranslator): 
    # This function converts the payload to bytes - happens on client side 
    def serialize_payload_to_bytes(self, payload: object) -> bytes: 
        # converts the input payload to bytes 
        ... ... 
        return  //return object as bytes 

    # This function converts the bytes to payload - happens on server side 
    def deserialize_payload_from_stream(self, stream) -> object: 
        # convert bytes to in-memory object 
        ... ... 
        return //return in-memory object

# response translator
class MyResponseTranslator(CustomPayloadTranslator): 
    # This function converts the payload to bytes - happens on server side 
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    def serialize_payload_to_bytes(self, payload: object) -> bytes: 
        # converts the response payload to bytes 
        ... ... 
        return //return object as bytes 

    # This function converts the bytes to payload - happens on client side 
    def deserialize_payload_from_stream(self, stream) -> object: 
        # convert bytes to in-memory object 
        ... ... 
        return //return in-memory object

Você passa o exemplo de entrada e saída junto com os tradutores personalizados definidos 
anteriormente ao criar o SchemaBuilder objeto, conforme mostrado no exemplo a seguir:

my_schema = SchemaBuilder( 
    sample_input=image, 
    sample_output=output, 
    input_translator=MyRequestTranslator(), 
    output_translator=MyResponseTranslator()
)

Em seguida, você passa a amostra de entrada e saída, junto com os tradutores personalizados 
definidos anteriormente, para o SchemaBuilder objeto.

my_schema = SchemaBuilder( 
    sample_input=image, 
    sample_output=output, 
    input_translator=MyRequestTranslator(), 
    output_translator=MyResponseTranslator()
)

As seções a seguir explicam em detalhes como criar seu modelo ModelBuilder e usar suas 
classes de suporte para personalizar a experiência para seu caso de uso.

Tópicos

• Personalize o carregamento do modelo e o tratamento de solicitações

• Crie seu modelo e implante

• Traga seu próprio contêiner (BYOC)

• Usando ModelBuilder no modo local

• ModelBuilder exemplos
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Personalize o carregamento do modelo e o tratamento de solicitações

Fornecer seu próprio código de inferência InferenceSpec oferece uma camada adicional de 
personalização. ComInferenceSpec, você pode personalizar como o modelo é carregado e 
como ele lida com as solicitações de inferência recebidas, ignorando seus mecanismos padrão de 
carregamento e tratamento de inferência. Essa flexibilidade é particularmente benéfica ao trabalhar 
com modelos não padrão ou pipelines de inferência personalizados. Você pode personalizar 
o invoke método para controlar como o modelo pré-processa e pós-processa as solicitações 
recebidas. O invoke método garante que o modelo trate corretamente as solicitações de inferência. 
O exemplo a seguir é usado InferenceSpec para gerar um modelo com o HuggingFace pipeline. 
Para obter mais detalhes sobreInferenceSpec, consulte InferenceSpeco.

from sagemaker.serve.spec.inference_spec import InferenceSpec
from transformers import pipeline

class MyInferenceSpec(InferenceSpec): 
    def load(self, model_dir: str): 
        return pipeline("translation_en_to_fr", model="t5-small") 

    def invoke(self, input, model): 
        return model(input)

inf_spec = MyInferenceSpec()

model_builder = ModelBuilder( 
    inference_spec=your-inference-spec, 
    schema_builder=SchemaBuilder(X_test, y_pred)
)

O exemplo a seguir ilustra uma variação mais personalizada de um exemplo anterior. Um modelo 
é definido com uma especificação de inferência que tem dependências. Nesse caso, o código na 
especificação de inferência depende do pacote lang-segment. O argumento for dependencies
contém uma declaração que direciona o construtor a instalar o lang-segment usando o Git. Como o 
construtor de modelos é orientado pelo usuário a instalar uma dependência de forma personalizada, 
a auto chave é desativar False a captura automática de dependências.

model_builder = ModelBuilder( 
    mode=Mode.LOCAL_CONTAINER, 
    model_path=model-artifact-directory, 
    inference_spec=your-inference-spec, 
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    schema_builder=SchemaBuilder(input, output), 
    role_arn=execution-role, 
    dependencies={"auto": False, "custom": ["-e git+https://github.com/luca-medeiros/
lang-segment-anything.git#egg=lang-sam"],}
)

Crie seu modelo e implante

Chame a build função para criar seu modelo implantável. Essa etapa cria código de inferência 
(asinference.py) em seu diretório de trabalho com o código necessário para criar seu esquema, 
executar a serialização e desserialização de entradas e saídas e executar outra lógica personalizada 
especificada pelo usuário.

Como uma verificação de integridade, SageMaker empacota e seleciona os arquivos necessários 
para implantação como parte da função de ModelBuilder compilação. Durante esse processo, 
SageMaker também cria a assinatura HMAC para o arquivo pickle e adiciona a chave secreta na
CreateModelAPI como uma variável de ambiente durante deploy (oucreate). A inicialização do 
endpoint usa a variável de ambiente para validar a integridade do arquivo pickle.

# Build the model according to the model server specification and save it as files in 
 the working directory
model = model_builder.build()

Implante seu modelo com o deploy método existente do modelo. Nesta etapa, SageMaker configure 
um endpoint para hospedar seu modelo à medida que ele começa a fazer previsões sobre as 
solicitações recebidas. Embora ModelBuilder deduza os recursos de endpoint necessários 
para implantar seu modelo, você pode substituir essas estimativas por seus próprios valores de 
parâmetros. O exemplo a seguir orienta SageMaker a implantação do modelo em uma única
ml.c6i.xlarge instância. Um modelo construído a partir de ModelBuilder permite o registro ao 
vivo durante a implantação como um recurso adicional.

predictor = model.deploy( 
    initial_instance_count=1, 
    instance_type="ml.c6i.xlarge"
)

Se você quiser um controle mais refinado sobre os recursos de endpoint atribuídos ao seu 
modelo, você pode usar um objeto. ResourceRequirements Com o ResourceRequirements
objeto, você pode solicitar um número mínimo de CPUs, aceleradores e cópias dos 
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modelos que deseja implantar. Você também pode solicitar um limite mínimo e máximo de 
memória (em MB). Para usar esse recurso, você precisa especificar seu tipo de endpoint 
comoEndpointType.INFERENCE_COMPONENT_BASED. O exemplo a seguir solicita que quatro 
aceleradores, um tamanho mínimo de memória de 1024 MB e uma cópia do seu modelo sejam 
implantados em um endpoint do tipo. EndpointType.INFERENCE_COMPONENT_BASED

resource_requirements = ResourceRequirements( 
    requests={ 
        "num_accelerators": 4, 
        "memory": 1024, 
        "copies": 1, 
    }, 
    limits={},
)
predictor = model.deploy( 
    mode=Mode.SAGEMAKER_ENDPOINT, 
    endpoint_type=EndpointType.INFERENCE_COMPONENT_BASED, 
    resources=resource_requirements, 
    role="role"
)

Traga seu próprio contêiner (BYOC)

Se quiser trazer seu próprio contêiner (estendido de um SageMaker contêiner), você também pode 
especificar o URI da imagem, conforme mostrado no exemplo a seguir. Você também precisa 
identificar o servidor de modelos que corresponde à imagem ModelBuilder para gerar artefatos 
específicos para o servidor de modelos.

model_builder = ModelBuilder( 
    model=model, 
    model_server=ModelServer.TORCHSERVE, 
    schema_builder=SchemaBuilder(X_test, y_pred), 
    image_uri="123123123123.dkr.ecr.ap-southeast-2.amazonaws.com/byoc-image:xgb-1.7-1")
)

Usando ModelBuilder no modo local

Você pode implantar seu modelo localmente usando o mode argumento para alternar entre o teste 
local e a implantação em um endpoint. Você precisa armazenar os artefatos do modelo no diretório 
de trabalho, conforme mostrado no seguinte trecho:
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model = XGBClassifier()
model.fit(X_train, y_train)
model.save_model(model_dir + "/my_model.xgb")

Passe o objeto do modelo, uma SchemaBuilder instância, e defina o modo 
paraMode.LOCAL_CONTAINER. Quando você chama a build função, identifica ModelBuilder
automaticamente o contêiner da estrutura compatível e verifica as dependências. O exemplo a seguir 
demonstra a criação de um modelo com um modelo XGBoost no modo local.

model_builder_local = ModelBuilder( 
    model=model, 
    schema_builder=SchemaBuilder(X_test, y_pred), 
    role_arn=execution-role, 
    mode=Mode.LOCAL_CONTAINER
)
xgb_local_builder = model_builder_local.build()

Chame a deploy função para implantar localmente, conforme mostrado no trecho a seguir. Se você 
especificar parâmetros para tipo ou contagem de instâncias, esses argumentos serão ignorados.

predictor_local = xgb_local_builder.deploy()

Solução de problemas no modo local

Dependendo de sua configuração local individual, você pode encontrar dificuldades para funcionar
ModelBuilder sem problemas em seu ambiente. Consulte a lista a seguir para ver alguns 
problemas que você pode enfrentar e como resolvê-los.

• Já está em uso: você pode encontrar um Address already in use erro. Nesse caso, é 
possível que um contêiner Docker esteja sendo executado nessa porta ou que outro processo 
o esteja utilizando. Você pode seguir a abordagem descrita na documentação do Linux para 
identificar o processo e redirecionar normalmente seu processo local da porta 8080 para outra 
porta ou limpar a instância do Docker.

• Problema de permissão do IAM: você pode encontrar um problema de permissão ao tentar 
extrair uma imagem do Amazon ECR ou acessar o Amazon S3. Nesse caso, navegue até a 
função de execução do notebook ou da instância do Studio Classic para verificar a política
SageMakerFullAccess ou as respectivas permissões da API.
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• Problema de capacidade de volume do EBS: se você implantar um modelo de linguagem grande 
(LLM), poderá ficar sem espaço ao executar o Docker no modo local ou enfrentar limitações de 
espaço no cache do Docker. Nesse caso, você pode tentar mover o volume do Docker para um 
sistema de arquivos com espaço suficiente. Para mover o volume do Docker, conclua as seguintes 
etapas:

1. Abra um terminal e execute df para exibir o uso do disco, conforme mostrado na saída a 
seguir:

(python3) sh-4.2$ df
Filesystem     1K-blocks      Used Available Use% Mounted on
devtmpfs       195928700         0 195928700   0% /dev
tmpfs          195939296         0 195939296   0% /dev/shm
tmpfs          195939296      1048 195938248   1% /run
tmpfs          195939296         0 195939296   0% /sys/fs/cgroup
/dev/nvme0n1p1 141545452 135242112   6303340  96% /
tmpfs           39187860         0  39187860   0% /run/user/0
/dev/nvme2n1   264055236  76594068 176644712  31% /home/ec2-user/SageMaker
tmpfs           39187860         0  39187860   0% /run/user/1002
tmpfs           39187860         0  39187860   0% /run/user/1001
tmpfs           39187860         0  39187860   0% /run/user/1000

2. Mova o diretório padrão do Docker de /dev/nvme0n1p1 para para para que você /dev/
nvme2n1 possa utilizar totalmente o SageMaker volume de 256 GB. Para obter mais detalhes, 
consulte a documentação sobre como mover seu diretório Docker.

3. Pare o Docker com o seguinte comando:

sudo service docker stop

4. Adicione um daemon.json /etc/docker ou anexe o seguinte blob JSON ao existente.

{ 
    "data-root": "/home/ec2-user/SageMaker/{created_docker_folder}"
}

5. Mova o diretório do Docker /var/lib/docker para dentro /home/ec2-user/SageMaker
com o seguinte comando:

sudo rsync -aP /var/lib/docker/ /home/ec2-user/SageMaker/{created_docker_folder}

6. Inicie o Docker com o seguinte comando:
Usando ModelBuilder no modo local 4109

https://www.guguweb.com/2019/02/07/how-to-move-docker-data-directory-to-another-location-on-ubuntu/


Amazon SageMaker Guia do Desenvolvedor

sudo service docker start

7. Limpe o lixo com o seguinte comando:

cd /home/ec2-user/SageMaker/.Trash-1000/files/*
sudo rm -r *

8. Se você estiver usando uma instância de SageMaker notebook, poderá seguir as etapas no
arquivo de preparação do Docker para preparar o Docker para o modo local.

ModelBuilder exemplos

Para obter mais exemplos de uso ModelBuilder para criar seus modelos, consulte
ModelBuilderexemplos de cadernos.

Validar um modelo de machine learning

Depois de treinar um modelo, avalie-o para determinar se o desempenho e a precisão permitem 
atingir seus objetivos de negócios. Você pode gerar vários modelos usando métodos diferentes e 
avaliar cada um deles. Por exemplo, é possível aplicar diferentes regras de negócios para cada 
modelo e, em seguida, aplicar várias medidas para determinar a adequação de cada um. Você pode 
ponderar se o modelo precisa ser mais sensível do que específico (ou vice-versa).

Para avaliar o modelo, use dados históricos (offline) ou dados ativos:

• Testes offline: envie solicitações ao modelo para inferências usando dados históricos, não ativos.

Implante seu modelo treinado em um endpoint alfa e use os dados históricos para enviar 
solicitações de inferência a ele. Para enviar as solicitações, use um bloco de anotações Jupyter na 
sua instância de caderno do Amazon SageMaker, bem como o AWS SDK for Python (Boto) e/ou a 
biblioteca Python de alto nível fornecida pelo SageMaker.

• Teste on-line com dados ativos: o SageMaker suporta testes A/B para modelos em produção 
usando variantes de produção. As variantes de produção são modelos que usam o mesmo código 
de inferência e são implantados no mesmo endpoint do SageMaker. Configure as variantes de 
produção para que uma pequena parte do tráfego ao vivo seja direcionada para o modelo a ser 
validado. Por exemplo, você pode optar por enviar 10% do tráfego a uma variante do modelo para 
avaliação. Depois de satisfeito com o desempenho do modelo, você pode rotear 100% do tráfego 
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para o modelo atualizado. Para obter um exemplo de testes de modelos em produção, consulte
Variantes de produção.

Para obter mais informações, consulte artigos e livros sobre como avaliar modelos, por exemplo,
Evaluating Machine Learning Models.

As opções para avaliação de modelo offline incluem:

• Validação usando um conjunto de holdouts: os profissionais de machine learning geralmente 
reservam uma parte dos dados como um “conjunto de holdouts”. Eles não usam esses dados para 
treinamento de modelo.

Com essa abordagem, você avalia o quanto seu modelo fornece inferências sobre o conjunto de 
holdouts. Em seguida, você avalia a eficácia com que o modelo generaliza o que aprendeu no 
treinamento inicial, em vez de usar a memória do modelo. Essa abordagem para validação fornece 
uma ideia da frequência com que o modelo é capaz de inferir a resposta correta.

 

De algum modo, essa abordagem é semelhante a dar aula para alunos do ensino fundamental. 
Primeiramente, você fornece um conjunto de exemplos para que eles aprendam. Depois, testa 
a capacidade deles de inferir a partir do que aprenderam. Com dever de casa e testes, você 
apresenta problemas que não foram incluídos na aprendizagem inicial e determina se eles são 
capazes de inferir com eficácia. Alunos com memórias perfeitas podem decorar os problemas, em 
vez de aprender as regras.

 

Normalmente, o conjunto de dados de holdout representa de 20 a 30% dos dados de treinamento.

 

• Validação k-fold: nesta abordagem de validação, você divide o conjunto de dados de exemplo em
k partes. Trata cada uma dessas partes como um conjunto de holdouts definido para k execuções 
de treinamento e usa as outras k-1 partes como o treinamento definido para a execução em 
questão. Para produzir k modelos, você usa um processo semelhante e agrega os modelos para 
gerar o modelo final. O valor k está geralmente no intervalo de 5 a 10.
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Recomendador de SageMaker inferência da Amazon

O Amazon SageMaker Inference Recommender é um recurso da Amazon SageMaker que reduz 
o tempo necessário para colocar modelos de aprendizado de máquina (ML) em produção ao 
automatizar os testes de carga e o ajuste de modelos em todas as instâncias de ML. SageMaker 
Você pode usar o recomendador de inferência para implantar seu modelo em um endpoint de 
inferência em tempo real ou de tecnologia sem servidor que ofereça melhor performance com custo 
mais baixo. O recomendador de inferência ajuda você a selecionar o melhor tipo de instância e 
configuração (como quantidade de instâncias, parâmetros do contêiner e otimizações do modelo) ou 
configuração de tecnologia sem servidor (como concorrência máxima e tamanho da memória) para 
seus modelos e workloads de machine learning.

O Amazon SageMaker Inference Recommender cobra apenas pelas instâncias usadas durante a 
execução dos trabalhos.

Como funciona

Para usar o Amazon SageMaker Inference Recommender, você pode criar um SageMaker modelo
ou registrar um modelo no registro do SageMaker modelo com seus artefatos de modelo. Use 
o console AWS SDK for Python (Boto3) ou o SageMaker console para executar trabalhos de 
benchmarking para diferentes configurações de SageMaker endpoint. Os trabalhos do recomendador 
de inferência ajudam você a coletar e visualizar métricas de performance e utilização de recursos 
para ajudá-lo a decidir qual tipo de endpoint e configuração escolher.

Como começar

Se você for um usuário iniciante do Amazon SageMaker Inference Recommender, recomendamos 
que você faça o seguinte:

1. Leia a Pré-requisitos seção para se certificar de que você atendeu aos requisitos para usar o 
Amazon SageMaker Inference Recommender.

2. Leia a seção Trabalhos de recomendação para iniciar seus primeiros trabalhos de recomendação 
do recomendador de inferência.

3. Explore o exemplo introdutório do caderno Jupyter do Amazon SageMaker Inference 
Recommender ou analise os exemplos de cadernos na seção a seguir.
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Cadernos de exemplo

O exemplo a seguir de notebooks Jupyter pode ajudá-lo com os fluxos de trabalho para vários casos 
de uso no recomendador de inferência:

• Se você quiser um caderno introdutório que compare um TensorFlow modelo, consulte o caderno
SageMaker Inference Recommender. TensorFlow

• Se você quiser comparar um HuggingFace modelo, consulte o SageMaker Inference 
Recommender para notebook. HuggingFace

• Se você quiser comparar um modelo XGBoost, consulte o notebook SageMaker Inference
Recommender XGBoost.

• Se você quiser revisar CloudWatch as métricas de seus trabalhos do Inference Recommender, 
consulte o caderno de métricas do SageMaker Inference CloudWatch Recommender.

Pré-requisitos

Para usar o Amazon SageMaker Inference Recommender, primeiro verifique se você atendeu 
aos pré-requisitos listados abaixo. Como exemplo, mostramos como usar um modelo pré-treinado 
PyTorch (v1.7.1) ResNet -18 para os dois tipos de trabalhos de recomendação do Amazon 
SageMaker Inference Recommender. Os exemplos mostrados usam AWS SDK for Python (Boto3) o.

Note

• Os exemplos a seguir foram criados em Python. Remova o caractere de prefixo ! se você 
executar qualquer um dos seguintes exemplos de código no seu terminal ou AWS CLI.

• Você pode executar os exemplos a seguir com o kernel Python 3 (2.6 TensorFlow Python 
3.8 CPU Optimized) em um notebook Amazon Studio. SageMaker Para obter mais 
informações sobre o Studio, consulte SageMaker Estúdio Amazon.

1. Crie uma função do IAM para a Amazon SageMaker.

Crie uma função do IAM para a Amazon SageMaker que tenha a política gerenciada
AmazonSageMakerFullAccess do IAM anexada.

2. Configure seu ambiente.
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Importe dependências e crie variáveis para vocêRegião da AWS, sua função SageMaker do IAM 
(da Etapa 1) e para o SageMaker cliente.

!pip install --upgrade pip awscli botocore boto3  --quiet
from sagemaker import get_execution_role, Session, image_uris
import boto3

region = boto3.Session().region_name
role = get_execution_role()
sagemaker_client = boto3.client("sagemaker", region_name=region)
sagemaker_session = Session()

3. (Opcional) Analise os modelos existentes comparados pelo recomendador de inferência.

O recomendador de inferência compara modelos de zoológicos populares. O recomendador de 
inferência oferece suporte ao seu modelo, mesmo que ele ainda não tenha sido comparado.

Use ListModelMetaData para obter um objeto de resposta que lista o domínio, a estrutura, 
a tarefa e o nome do modelo dos modelos de machine learning encontrados em zoológicos 
comuns.

Você usa o domínio, a estrutura, a versão da estrutura, a tarefa e o nome do modelo em etapas 
posteriores para selecionar uma imagem de inferência do Docker e registrar seu modelo no 
Model Registry SageMaker . O exemplo a seguir demonstra como listar metadados do modelo 
com o SDK para Python (Boto3):

list_model_metadata_response=sagemaker_client.list_model_metadata()

A saída inclui resumos do modelo (ModelMetadataSummaries) e metadados de resposta 
(ResponseMetadata) semelhantes aos seguintes:

{ 
    'ModelMetadataSummaries': [{ 
            'Domain': 'NATURAL_LANGUAGE_PROCESSING', 
            'Framework': 'PYTORCH:1.6.0', 
             'Model': 'bert-base-cased', 
             'Task': 'FILL_MASK' 
             }, 
            { 
             'Domain': 'NATURAL_LANGUAGE_PROCESSING', 
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             'Framework': 'PYTORCH:1.6.0', 
             'Model': 'bert-base-uncased', 
             'Task': 'FILL_MASK' 
             }, 
            { 
            'Domain': 'COMPUTER_VISION', 
             'Framework': 'MXNET:1.8.0', 
             'Model': 'resnet18v2-gluon', 
             'Task': 'IMAGE_CLASSIFICATION' 
             }, 
             { 
             'Domain': 'COMPUTER_VISION', 
             'Framework': 'PYTORCH:1.6.0', 
             'Model': 'resnet152', 
             'Task': 'IMAGE_CLASSIFICATION' 
             }], 
    'ResponseMetadata': { 
                            'HTTPHeaders': { 
                            'content-length': '2345', 
                            'content-type': 'application/x-amz-json-1.1', 
                            'date': 'Tue, 19 Oct 2021 20:52:03 GMT', 
                            'x-amzn-requestid': 'xxxxxxxx-xxxx-xxxx-xxxx-
xxxxxxxxxxxx' 
                          }, 
    'HTTPStatusCode': 200, 
    'RequestId': 'xxxxxxxx-xxxx-xxxx-xxxx-xxxxxxxxxxxx', 
    'RetryAttempts': 0 
    }
}

Para esta demonstração, usamos um modelo PyTorch (v1.7.1) ResNet -18 para realizar a 
classificação de imagens. O exemplo de código Python a seguir armazena a framework, a 
versão da estrutura, o domínio e a tarefa em variáveis para uso posterior:

# ML framework details
framework = 'pytorch'
framework_version = '1.7.1'

# ML model details
ml_domain = 'COMPUTER_VISION'
ml_task = 'IMAGE_CLASSIFICATION'

4. Faça o upload do seu modelo de machine learning para o Amazon S3.
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Use este modelo PyTorch (v1.7.1) ResNet -18 se você não tiver um modelo de aprendizado de 
máquina pré-treinado:

# Optional: Download a sample PyTorch model
import torch
from torchvision import models, transforms, datasets

# Create an example input for tracing
image = torch.zeros([1, 3, 256, 256], dtype=torch.float32)

# Load a pretrained resnet18 model from TorchHub
model = models.resnet18(pretrained=True)

# Tell the model we are using it for evaluation (not training). Note this is 
 required for Inferentia compilation.
model.eval()
model_trace = torch.jit.trace(model, image)

# Save your traced model
model_trace.save('model.pth')

Faça download de um exemplo de script inference.py de inferência. Crie um code diretório e 
mova o script de inferência para o diretório code.

# Download the inference script
!wget https://aws-ml-blog-artifacts.s3.us-east-2.amazonaws.com/inference.py

# move it into a code/ directory
!mkdir code
!mv inference.py code/

A Amazon SageMaker exige que modelos de aprendizado de máquina pré-treinados sejam 
empacotados como um arquivo TAR compactado (). *.tar.gz Comprima seu modelo e script 
de inferência para atender a esse requisito:

!tar -czf test.tar.gz model.pth code/inference.py

Quando seu endpoint é provisionado, os arquivos no arquivamento são extraídos para /opt/
ml/model/ o endpoint.
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Depois de compactar o modelo e os artefatos do modelo como um .tar.gz arquivo, faça 
o upload deles no bucket do Amazon S3. O exemplo a seguir demonstra como carregar seu 
modelo para o Amazon S3 usando o AWS CLI:

!aws s3 cp test.tar.gz s3://{your-bucket}/models/

5. Selecione uma imagem de inferência Docker pré-criada ou crie sua própria imagem do Docker 
de inferência.

SageMaker fornece contêineres para seus algoritmos integrados e imagens Docker pré-
criadas para algumas das estruturas de aprendizado de máquina mais comuns, como Apache 
MXNet,, e Chainer. TensorFlow PyTorch Para obter uma lista completa das SageMaker imagens 
disponíveis, consulte Imagens disponíveis de contêineres de Deep Learning.

Se nenhum dos SageMaker contêineres existentes atender às suas necessidades e você não 
tiver um contêiner próprio, crie uma nova imagem do Docker. Consulte Usar o próprio código de 
inferência para obter informações sobre como criar uma imagem do Docker.

Veja a seguir como recuperar uma imagem de inferência da PyTorch versão 1.7.1 usando o 
SDK do Python: SageMaker

from sagemaker import image_uris

## Uncomment and replace with your own values if you did not define   
## these variables a previous step.
#framework = 'pytorch'
#framework_version = '1.7.1'

# Note: you can use any CPU-based instance here,  
# this is just to set the arch as CPU for the Docker image
instance_type = 'ml.m5.2xlarge'  

image_uri = image_uris.retrieve(framework,  
                                region,  
                                version=framework_version,  
                                py_version='py3',  
                                instance_type=instance_type,  
                                image_scope='inference')

Para obter uma lista de SageMaker instâncias disponíveis, consulte Amazon SageMaker Pricing.
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6. Crie um arquivo de exemplo de carga.

Crie um arquivo que contenha arquivos individuais que a ferramenta de teste de carga possa 
enviar para seus SageMaker endpoints. Seu código de inferência deve ser capaz de ler os 
formatos de arquivo do exemplo de carga.

A seguir, é baixada uma imagem.jpg que esse exemplo usa em uma etapa posterior para o 
modelo ResNet -18.

!wget https://cdn.pixabay.com/photo/2020/12/18/05/56/flowers-5841251_1280.jpg

Comprima o exemplo de carga como um pacote:

!tar -cvzf payload.tar.gz flowers-5841251_1280.jpg

Faça o upload do exemplo de carga para o Amazon S3 e anote o URI do Amazon S3:

!aws s3 cp payload.tar.gz s3://{bucket}/models/

Você precisará do URI do Amazon S3 em uma etapa posterior, portanto, armazene-o em uma 
variável:

bucket_prefix='models'
bucket = '<your-bucket-name>' # Provide the name of your S3 bucket
payload_s3_key = f"{bucket_prefix}/payload.tar.gz"
sample_payload_url= f"s3://{bucket}/{payload_s3_key}"

7. Prepare sua entrada do modelo para o trabalho de recomendações

Como último pré-requisito, você tem duas opções para preparar a entrada do modelo. Você 
pode registrar seu modelo no SageMaker Model Registry, que pode ser usado para catalogar 
modelos para produção, ou criar um SageMaker modelo e especificá-lo no ContainerConfig
campo ao criar um trabalho de recomendações. A primeira opção é melhor se você quiser 
aproveitar os recursos que o Model Registry fornece, como gerenciar versões de modelos 
e automatizar a implantação de modelos. A segunda opção é ideal se você quiser começar 
rapidamente. Para a primeira opção, vá para a etapa 7. Para a segunda opção, pule a etapa 7 e 
vá para a etapa 8.

8. Opção 1: registrar seu modelo no registro de modelos
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Com o SageMaker Model Registry, você pode catalogar modelos para produção, gerenciar 
versões de modelos, associar metadados (como métricas de treinamento) a um modelo, 
gerenciar o status de aprovação de um modelo, implantar modelos na produção e automatizar a 
implantação de modelos com CI/CD.

Quando você usa o SageMaker Model Registry para rastrear e gerenciar seus modelos, eles 
são representados como um pacote de modelo versionado dentro de grupos de pacotes de 
modelos. Pacotes de modelos sem versão não fazem parte de um grupo de modelos. Os grupos 
de pacotes de modelos contêm várias versões ou iterações de um modelo. Embora não seja 
obrigatório criá-los para cada modelo no registro, eles ajudam a organizar vários modelos que 
têm o mesmo propósito e fornecem versionamento automático.

Para usar o Amazon SageMaker Inference Recommender, você deve ter um pacote de modelo 
versionado. Você pode criar um pacote de modelo versionado programaticamente com o ou 
AWS SDK for Python (Boto3) com o Amazon Studio Classic. SageMaker Para criar um pacote 
de modelo versionado programaticamente, primeiro crie um grupo de pacotes de modelo com 
a API CreateModelPackageGroup. Em seguida, crie um pacote de modelo usando a API
CreateModelPackage. Chamar esse método cria um pacote de modelo versionado.

Consulte Criar um grupo de modelos e obtenha Registrar uma versão do modelo instruções 
detalhadas sobre como criar de forma programática e interativa um grupo de pacotes de 
modelos e como criar um pacote de modelos versionados, respectivamente, com o e AWS SDK 
for Python (Boto3) o Amazon Studio Classic. SageMaker

O exemplo de código a seguir demonstra como criar um pacote de modelo versionado usando o 
AWS SDK for Python (Boto3).

Note

Você não precisa aprovar o pacote de modelos para criar um trabalho do recomendador 
de inferência.

a. Criar um grupo de pacote de modelos

Crie um grupo de pacotes de modelos com a API CreateModelPackageGroup. 
Forneça um nome para o grupo de pacotes de modelos ModelPackageGroupName
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e, opcionalmente, forneça uma descrição do pacote de modelos no campo
ModelPackageGroupDescription.

model_package_group_name = '<INSERT>'
model_package_group_description = '<INSERT>' 

model_package_group_input_dict = { 
 "ModelPackageGroupName" : model_package_group_name, 
 "ModelPackageGroupDescription" : model_package_group_description,
}

model_package_group_response = 
 sagemaker_client.create_model_package_group(**model_package_group_input_dict)

Consulte o Guia de referência de SageMaker API da Amazon para obter uma lista 
completa dos argumentos opcionais e obrigatórios para os quais você pode passar
CreateModelPackageGroup.

Crie um pacote de modelos especificando uma imagem do Docker que execute seu código 
de inferência e a localização do Amazon S3 dos seus artefatos de modelo, e forneça 
valores para InferenceSpecification. O InferenceSpecification deve conter 
informações sobre jobs de inferência que podem ser executados com modelos baseados 
neste pacote de modelos, incluindo o seguinte:

• Os caminhos de imagens do Amazon ECR que executam seu código de inferência.

• (Opcional) Os tipos de instância que o pacote de modelo suporta para trabalhos de 
transformação e endpoints em tempo real usados para inferência.

• Os formatos de conteúdo de entrada e saída que o pacote de modelos suporta para 
inferência.

Além disso, você deve especificar os seguintes parâmetros ao criar um pacote de modelos.

• Domínio: o domínio de machine learning do pacote de modelos e seus componentes. Os 
domínios comuns de machine learning incluem visão computacional e processamento de 
linguagem natural.

• Tarefa: a tarefa de machine learning realizada pelo pacote de modelos. Tarefas comuns 
de machine learning incluem detecção de objetos e classificação de imagens. Especifique 
“OUTRO” se nenhuma das tarefas listadas no Guia de referência da API atender ao seu 
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caso de uso. Consulte as descrições dos campos da API Task para obter uma lista de 
tarefas de machine learning compatíveis.

• SamplePayloadUrl: O caminho do Amazon Simple Storage Service (Amazon S3) em que 
a carga útil da amostra é armazenada. Esse caminho deve apontar para um arquivo tar 
compactado por gzip (sufixo .tar.gz).

• Framework: a framework de machine learning da imagem do contêiner do pacote de 
modelos.

• FrameworkVersion: A versão da estrutura do Model Package Container Image.

Se você fornecer uma lista de permissões de tipos de instância a serem usados para gerar 
inferências em tempo real para o SupportedRealtimeInferenceInstanceTypes, o Inference 
Recommender limitará o espaço de pesquisa para tipos de instância durante um trabalho.
Default Use este parâmetro se você tiver restrições orçamentárias ou souber que há um 
conjunto específico de tipos de instância que podem suportar seu modelo e imagem de 
contêiner.

Em uma etapa anterior, baixamos um modelo ResNet 18 pré-treinado e o armazenamos em 
um bucket do Amazon S3 em um diretório chamado. models Recuperamos uma imagem 
de inferência do Deep Learning Container PyTorch (v1.7.1) e armazenamos o URI em uma 
variável chamada. image_uri Usamos essas variáveis no exemplo de código a seguir, 
onde definimos um dicionário usado como entrada para a API CreateModelPackage.

# Provide the Amazon S3 URI of your compressed tarfile
# so that Model Registry knows where to find your model artifacts
bucket_prefix='models'
bucket = '<your-bucket-name>' # Provide the name of your S3 bucket
model_s3_key = f"{bucket_prefix}/test.tar.gz"
model_url= f"s3://{bucket}/{model_s3_key}"

# Similar open source model to the packaged model
# The name of the ML model as standardized by common model zoos
nearest_model_name = 'resnet18'

# The supported MIME types for input and output data. In this example,  
# we are using images as input.
input_content_type='image/jpeg'

# Optional - provide a description of your model.
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model_package_description = '<INSERT>'

## Uncomment if you did not store the domain and task in an earlier
## step  
#ml_domain = 'COMPUTER_VISION'
#ml_task = 'IMAGE_CLASSIFICATION'

## Uncomment if you did not store the framework and framework version
## in a previous step.
#framework = 'PYTORCH'
#framework_version = '1.7.1'

# Optional: Used for optimizing your model using SageMaker Neo
# PyTorch uses NCHW format for images
data_input_configuration = "[[1,3,256,256]]"

# Create a dictionary to use as input for creating a model pacakge group
model_package_input_dict = { 
        "ModelPackageGroupName" : model_package_group_name, 
        "ModelPackageDescription" : model_package_description, 
        "Domain": ml_domain, 
        "Task": ml_task, 
        "SamplePayloadUrl": sample_payload_url, 
        "InferenceSpecification": { 
                "Containers": [ 
                    { 
                        "Image": image_uri, 
                        "ModelDataUrl": model_url, 
                        "Framework": framework.upper(),  
                        "FrameworkVersion": framework_version, 
                        "NearestModelName": nearest_model_name, 
                        "ModelInput": {"DataInputConfig": 
 data_input_configuration} 
                    } 
                    ], 
                "SupportedContentTypes": [input_content_type] 
        } 
    }

b. Criar um pacote de modelo

Usar a API CreateModelPackage para criar um pacote de modelos Passe o dicionário de 
entrada definido na etapa anterior:
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model_package_response = 
 sagemaker_client.create_model_package(**model_package_input_dict)

Você precisa do ARN do pacote de modelos para usar o Amazon SageMaker Inference 
Recommender. Observe o ARN do pacote de modelos ou o armazene em uma variável:

model_package_arn = model_package_response["ModelPackageArn"]

print('ModelPackage Version ARN : {}'.format(model_package_arn))

9. Opção 2: criar um modelo e configurar o campo ContainerConfig

Use esta opção se desejar iniciar um trabalho de recomendações de inferência e não precisar 
registrar seu modelo no registro do modelo. Nas etapas a seguir, você cria um modelo 
SageMaker e configura o ContainerConfig campo como entrada para o trabalho de 
recomendações.

a. Criar um modelo

Criar um modelo com a API do CreateModel Para ver um exemplo que chama esse 
método ao implantar um modelo no SageMaker Hosting, consulte Create a Model (AWS 
SDK for Python (Boto3)).

Em uma etapa anterior, baixamos um modelo ResNet 18 pré-treinado e o armazenamos em 
um bucket do Amazon S3 em um diretório chamado. models Recuperamos uma imagem 
de inferência do Deep Learning Container PyTorch (v1.7.1) e armazenamos o URI em uma 
variável chamada. image_uri Usamos essas variáveis no exemplo de código a seguir, 
onde definimos um dicionário usado como entrada para a API CreateModel.

model_name = '<name_of_the_model>'
# Role to give SageMaker permission to access AWS services.
sagemaker_role= "arn:aws:iam::<region>:<account>:role/*"

# Provide the Amazon S3 URI of your compressed tarfile
# so that Model Registry knows where to find your model artifacts
bucket_prefix='models'
bucket = '<your-bucket-name>' # Provide the name of your S3 bucket
model_s3_key = f"{bucket_prefix}/test.tar.gz"
model_url= f"s3://{bucket}/{model_s3_key}"
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#Create model
create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role,  
    PrimaryContainer = { 
        'Image': image_uri, 
        'ModelDataUrl': model_url, 
    })

b. Configurar o campo ContainerConfig

Em seguida, você deve configurar o ContainerConfigcampo com o modelo que você acabou 
de criar e especificar os seguintes parâmetros nele:

• Domain: o domínio de aprendizado de máquina do modelo e seus componentes, como 
visão computacional ou processamento de linguagem natural.

• Task: a tarefa de machine learning que o modelo realiza, como classificação de imagens 
ou detecção de objetos.

• PayloadConfig: a configuração da carga útil de um trabalho de 
recomendação. Para obter mais informações sobre os campos, consulte
RecommendationJobPayloadConfig.

• Framework: a estrutura de aprendizado de máquina da imagem do contêiner, como 
PyTorch.

• FrameworkVersion: a versão da framework da imagem de contêiner

• (Opcional) SupportedInstanceTypes: uma lista dos tipos de instância utilizados para 
gerar inferências em tempo real.

Se você usar o SupportedInstanceTypes parâmetro, o recomendador de inferência 
limitará o espaço de pesquisa para tipos de instância durante um trabalho Default. Use 
este parâmetro se você tiver restrições orçamentárias ou souber que há um conjunto 
específico de tipos de instância que podem suportar seu modelo e imagem de contêiner.

No exemplo de código a seguir, usamos os parâmetros definidos anteriormente, juntamente 
comNearestModelName, para definir um dicionário usado como entrada para a API
CreateInferenceRecommendationsJob.

## Uncomment if you did not store the domain and task in a previous step
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#ml_domain = 'COMPUTER_VISION'
#ml_task = 'IMAGE_CLASSIFICATION'

## Uncomment if you did not store the framework and framework version in a 
 previous step
#framework = 'PYTORCH'
#framework_version = '1.7.1'

# The name of the ML model as standardized by common model zoos
nearest_model_name = 'resnet18'

# The supported MIME types for input and output data. In this example,  
# we are using images as input
input_content_type='image/jpeg'

# Optional: Used for optimizing your model using SageMaker Neo
# PyTorch uses NCHW format for images
data_input_configuration = "[[1,3,256,256]]"

# Create a dictionary to use as input for creating an inference recommendation 
 job
container_config = { 
        "Domain": ml_domain, 
        "Framework": framework.upper(),  
        "FrameworkVersion": framework_version, 
        "NearestModelName": nearest_model_name, 
        "PayloadConfig": {  
            "SamplePayloadUrl": sample_payload_url, 
            "SupportedContentTypes": [ input_content_type ] 
         }, 
        "DataInputConfig": data_input_configuration 
        "Task": ml_task, 
        }

Trabalhos de recomendação

O Amazon SageMaker Inference Recommender pode fazer dois tipos de recomendações:

1. As recomendações de inferência (tipo de trabalho Default) executam um conjunto de testes 
de carga nos tipos de instância recomendados. Você também pode fazer o teste de carga para 
um endpoint com tecnologia sem servidor. Você só precisa fornecer um pacote de modelos 
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do Amazon Resource Name (ARN) para executar esse tipo de trabalho de recomendação. Os 
trabalhos de recomendação de inferência são concluídos em 45 minutos.

2. As recomendações de endpoint (tipo de trabalho Advanced) são baseadas em um teste de 
carga personalizado em que você seleciona as instâncias de ML desejadas ou um endpoint com 
tecnologia sem servidor, fornece um padrão de tráfego personalizado e fornece requisitos de 
latência e taxa de transferência com base em seus requisitos de produção. Este trabalho leva, em 
média, 2 horas para ser concluído, dependendo da duração definida para o trabalho e do número 
total de configurações de inferência testadas.

Os dois tipos de recomendações usam as mesmas APIs para criar, descrever e interromper tarefas. 
O resultado é uma lista de recomendações de configuração de instâncias com variáveis de ambiente, 
custo, taxa de transferência e métricas de latência associadas. Os trabalhos de recomendação 
também fornecem uma contagem de instância inicial que você pode usar para configurar uma 
política de dimensionamento automático. Para diferenciar os dois tipos de trabalhos, ao criar 
um trabalho por meio do SageMaker console ou das APIs, especifique Default a criação de 
recomendações preliminares de endpoints e de testes de carga personalizados e Advanced
recomendações de endpoints.

Note

Você não precisa fazer os dois tipos de trabalhos de recomendação em seu próprio fluxo de 
trabalho. Você pode fazer qualquer uma delas independentemente uma da outra.

O recomendador de inferência também pode fornecer uma lista de instâncias potenciais ou os 
cinco principais tipos de instância otimizados em termos de custo, produtividade e latência para 
implantação de modelo, juntamente com uma pontuação de confiança. Você pode escolher essas 
instâncias ao implantar seu modelo. O recomendador de inferência executa automaticamente a 
análise comparativa em relação ao seu modelo para que você forneça as instâncias potenciais. 
Como essas são recomendações preliminares, recomendamos que você execute outros trabalhos 
de recomendação de instâncias para obter resultados mais precisos. Para ver as instâncias em 
potencial, acesse a página de detalhes do SageMaker modelo. Para ter mais informações, consulte
Obter instâncias prospectivas instantâneas.

Tópicos

• Obter instâncias prospectivas instantâneas
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• Obter uma recomendação de inferência

• Obtenha uma recomendação de inferência para um endpoint existente

• Obter recomendações compiladas com o Neo

• Como interpretar os resultados da recomendação

• Obter recomendações de políticas de dimensionamento automático

• Executar um teste de carga personalizado

• Solucionar erros do recomendador de inferência

Obter instâncias prospectivas instantâneas

O Inference Recommender também pode fornecer uma lista de instâncias em potencial, ou tipos 
de instância que podem ser adequados para seu modelo, na página de detalhes do SageMaker 
modelo. O recomendador de inferência executa automaticamente a análise comparativa em relação 
ao seu modelo para que você forneça as instâncias potenciais. Como essas são recomendações 
preliminares, recomendamos que você execute outros trabalhos de recomendação de instâncias 
para obter resultados mais precisos.

Você pode ver uma lista de instâncias potenciais para seu modelo de forma programática usando a
DescribeModelAPI, o SDK do SageMaker Python ou o console. SageMaker

Note

Você não obterá instâncias potenciais para modelos que você criou SageMaker antes da 
disponibilização desse recurso.

Para visualizar instâncias em potencial para seu modelo por meio do console, faça o seguinte:

1. Acesse o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Inferência e, em seguida, escolha Modelos.

3. Na lista de modelos, escolha seu modelo.

Na página de detalhes do seu modelo, acesse a seção Instâncias potenciais para implantar o 
modelo. A captura de tela a seguir mostra essa seção.
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Nesta seção, você pode visualizar as possíveis instâncias otimizadas em termos de custo, taxa de 
transferência e latência para implantação do modelo, juntamente com informações adicionais para 
cada tipo de instância, como tamanho da memória, contagem de CPU e GPU e custo por hora.

Se você decidir comparar um exemplo de carga e executar um trabalho completo de recomendação 
de inferência para seu modelo, poderá iniciar um trabalho de recomendação de inferência padrão 
nesta página. Para iniciar um trabalho padrão por meio do console, faça o seguinte:

1. Na página de detalhes do modelo, na seção Instâncias potenciais para implantar o modelo, 
escolha Executar o trabalho de recomendador de inferência.

2. Na caixa de diálogo que aparece, para o bucket do S3 para análise comparativa da carga útil, 
insira o local do Amazon S3 onde você armazenou um exemplo de carga para seu modelo.

3. Em Tipo de conteúdo da carga, insira os tipos de MIME para seus dados de carga útil.

4. (Opcional) Na seção Compilação de modelo usando SageMaker Neo, para a configuração de 
entrada de dados, insira uma forma de dados em formato de dicionário.

5. Escolha Run job (Executar trabalho).

O Inference Recommender inicia o trabalho e você pode ver o trabalho e seus resultados na página 
da lista de recomendações de inferência no console. SageMaker

Se você quiser executar um trabalho avançado e realizar testes de carga personalizados ou se 
quiser definir configurações e parâmetros adicionais para seu trabalho, consulte Executar um teste 
de carga personalizado.
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Obter uma recomendação de inferência

Os trabalhos de recomendação de inferência executam um conjunto de testes de carga em tipos 
de instância recomendados ou em um endpoint com tecnologia sem servidor. Os trabalhos de 
recomendação de inferência usam métricas de performance baseadas em testes de carga usando os 
dados de amostra fornecidos durante o registro da versão do modelo.

Note

Antes de criar um trabalho de recomendação de inferência, verifique se você satisfez o Pré-
requisitos.

A seguir, demonstramos como usar o Amazon SageMaker Inference Recommender para criar 
uma recomendação de inferência com base no seu tipo de modelo usando oAWS SDK for Python 
(Boto3),, AWS CLI e o Amazon SageMaker Studio Classic e o console SageMaker

Obter uma recomendação de inferência

Crie uma recomendação de inferência programaticamente usando o AWS SDK for Python (Boto3) 
ou oAWS CLI, ou interativamente usando o Studio Classic ou o console. SageMaker Especifique 
um nome de trabalho para sua recomendação de inferência, um ARN da função do IAM AWS, uma 
configuração de entrada e um ARN de pacote de modelo quando você registrou seu modelo no 
registro de modelo ou o nome de seu modelo e um dicionário ContainerConfig de quando você 
criou seu modelo em a seção Pré-requisitos.

AWS SDK for Python (Boto3)

Use a API CreateInferenceRecommendationsJob para iniciar um trabalho de 
recomendação de inferência. Defina o campo JobType como 'Default' para trabalhos de 
recomendação de inferência. Além disso, observe o seguinte:

• O Amazon Resource Name (ARN) de uma função do IAM que habilita o recomendador de 
inferência para executar tarefas em seu nome. Defina isso para o campo RoleArn.

• Um ARN do pacote de modelos ou nome do modelo. O recomendador de inferência suporta 
um ARN do pacote de modelos ou um nome de modelo como entrada. Especifique um dos 
seguintes:

• O ARN do pacote de modelos versionado que você criou ao registrar seu modelo no registro 
do modelo. Defina isso para ModelPackageVersionArn no campo InputConfig.
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• O nome do modelo que você criou. Defina isso para ModelName no campo InputConfig. 
Além disso, forneça o dicionário do ContainerConfig, que inclui os campos obrigatórios 
que precisam ser fornecidos com o nome do modelo. Defina isso para ContainerConfig
no campo InputConfig. No ContainerConfig, você também pode especificar 
opcionalmente o campo SupportedEndpointTypecomo RealTime ou Serverless. 
Se você especificar esse campo, o recomendador de inferência retornará recomendações 
somente para esse tipo de endpoint. Se você não especificar esse campo, o recomendador 
de inferência retornará recomendações somente para ambos os tipos de endpoint.

• Um nome para seu trabalho de recomendação do recomendador de inferência para o campo
JobName. O nome do trabalho do recomendador de inferência deve ser exclusivo na sua 
região AWS e na sua conta AWS.

Importe o AWS SDK for Python (Boto3) pacote e crie um objeto SageMaker cliente usando a 
classe cliente. Se você seguiu as etapas na seção Pré-requisitos, especifique apenas uma das 
seguintes opções:

• Opção 1: se você quiser criar um trabalho de recomendações de inferência com um ARN 
do pacote de modelos, armazene o ARN do grupo de pacotes de modelos em uma variável 
chamada model_package_arn.

• Opção 2: se você quiser criar um trabalho de recomendações de inferência com um 
nome de modelo e ContainerConfig, armazene o nome do modelo em uma variável 
chamada model_name e o dicionário do ContainerConfig em uma variável chamada
container_config.

# Create a low-level SageMaker service client.
import boto3
aws_region = '<INSERT>'
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)  

# Provide only one of model package ARN or model name, not both.
# Provide your model package ARN that was created when you registered your  
# model with Model Registry  
model_package_arn = '<INSERT>'
## Uncomment if you would like to create an inference recommendations job with a
## model name instead of a model package ARN, and comment out model_package_arn 
 above
## Provide your model name
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# model_name = '<INSERT>'
## Provide your container config  
# container_config = '<INSERT>'

# Provide a unique job name for SageMaker Inference Recommender job
job_name = '<INSERT>'

# Inference Recommender job type. Set to Default to get an initial recommendation
job_type = 'Default'

# Provide an IAM Role that gives SageMaker Inference Recommender permission to  
# access AWS services
role_arn = 'arn:aws:iam::<account>:role/*'

sagemaker_client.create_inference_recommendations_job( 
    JobName = job_name, 
    JobType = job_type, 
    RoleArn = role_arn, 
    # Provide only one of model package ARN or model name, not both.  
    # If you would like to create an inference recommendations job with a model 
 name, 
    # uncomment ModelName and ContainerConfig, and comment out 
 ModelPackageVersionArn. 
    InputConfig = { 
        'ModelPackageVersionArn': model_package_arn 
        # 'ModelName': model_name, 
        # 'ContainerConfig': container_config 
    }
)

Consulte o Guia de referência de SageMaker API da Amazon para obter uma lista 
completa dos argumentos opcionais e obrigatórios para os quais você pode passar
CreateInferenceRecommendationsJob.

AWS CLI

Use a API create-inference-recommendations-job para iniciar um trabalho de 
recomendação de inferência. Defina o campo job-type como 'Default' para trabalhos de 
recomendação de inferência. Além disso, observe o seguinte:

• O Amazon Resource Name (ARN) de uma função do IAM que permite que o Amazon 
SageMaker Inference Recommender execute tarefas em seu nome. Defina isso para o campo
role-arn.
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• Um ARN do pacote de modelos ou nome do modelo. O recomendador de inferência suporta 
um ARN do pacote de modelos ou um nome de modelo como entrada. Especifique um dos 
seguintes

• O ARN do pacote de modelos versionado que você criou ao registrar seu modelo no registro 
do modelo. Defina isso para ModelPackageVersionArn no campo input-config.

• O nome do modelo que você criou. Defina isso para ModelName no campo input-config. 
Além disso, forneça o dicionário do ContainerConfig, que inclui os campos obrigatórios 
que precisam ser fornecidos com o nome do modelo. Defina isso para ContainerConfig
no campo input-config. No ContainerConfig, você também pode especificar 
opcionalmente o campo SupportedEndpointTypecomo RealTime ou Serverless. 
Se você especificar esse campo, o recomendador de inferência retornará recomendações 
somente para esse tipo de endpoint. Se você não especificar esse campo, o recomendador 
de inferência retornará recomendações somente para ambos os tipos de endpoint.

• Um nome para seu trabalho de recomendação do recomendador de inferência para o campo
job-name. O nome do trabalho do recomendador de inferência deve ser exclusivo na sua 
região AWS e na sua conta AWS.

Para criar trabalhos de recomendação de inferência com um ARN do pacote de modelos, use o 
exemplo a seguir:

aws sagemaker create-inference-recommendations-job  
    --region <region>\ 
    --job-name <job_name>\ 
    --job-type Default\ 
    --role-arn arn:aws:iam::<account:role/*>\ 
    --input-config "{ 
        \"ModelPackageVersionArn\": \"arn:aws:sagemaker:<region:account:role/*>\", 
        }"

Para criar trabalhos de recomendação de inferência com um nome de modelo e
ContainerConfig, use o exemplo a seguir. O exemplo usa o SupportedEndpointType
campo para especificar que só queremos retornar recomendações de inferência em tempo real:

aws sagemaker create-inference-recommendations-job  
    --region <region>\ 
    --job-name <job_name>\ 
    --job-type Default\ 
    --role-arn arn:aws:iam::<account:role/*>\ 
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    --input-config "{ 
        \"ModelName\": \"model-name\", 
        \"ContainerConfig\" : { 
                \"Domain\": \"COMPUTER_VISION\", 
                \"Framework\": \"PYTORCH\", 
                \"FrameworkVersion\": \"1.7.1\", 
                \"NearestModelName\": \"resnet18\", 
                \"PayloadConfig\":  
                    { 
                        \"SamplePayloadUrl\": \"s3://{bucket}/{payload_s3_key}\",  
                        \"SupportedContentTypes\": [\"image/jpeg\"] 
                    }, 
                \"SupportedEndpointType\": \"RealTime\", 
                \"DataInputConfig\": \"[[1,3,256,256]]\", 
                \"Task\": \"IMAGE_CLASSIFICATION\", 
            }, 
        }"

Amazon SageMaker Studio Classic

Crie um trabalho de recomendação de inferência no Studio Classic.

1. Em seu aplicativo Studio Classic, escolha o ícone inicial 

( ).

2. Na barra lateral esquerda do Studio Classic, escolha Modelos.

3. Escolha Registro de modelo na lista suspensa para exibir os modelos que você registrou no 
registro de modelos.

O painel esquerdo exibe uma lista de grupos de modelos. A lista inclui todos os grupos de 
modelos registrados no registro de modelos em sua conta, incluindo modelos registrados fora 
do Studio Classic.

4. Selecione o nome do seu grupo de modelos. Quando você seleciona seu grupo de modelos, 
o painel direito do Studio Classic exibe cabeçalhos de coluna, como Versões e Configuração.

Se você tiver um ou mais pacotes de modelos em seu grupo de modelos, verá uma lista 
desses pacotes de modelos na coluna Versões.

5. Escolha a coluna de recomendador de inferência.

6. Escolha uma função do IAM que conceda permissão do recomendador de inferência para 
acessar os serviços do AWS. Você pode criar uma função e anexar a política gerenciada
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AmazonSageMakerFullAccess do IAM para fazer isso. Ou você pode deixar o Studio 
Classic criar uma função para você.

7. Escolha Get recommendations (Obter recomendações).

A recomendação de inferência pode demorar até 45 minutos.

Warning

Não feche essa guia. Se você fechar essa guia, cancelará o trabalho de 
recomendação de instância.

SageMaker console

Crie um trabalho de recomendação de instância por meio do SageMaker console fazendo o 
seguinte:

1. Acesse o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Inferência e, em seguida, escolha
Recomendador de inferência.

3. Na página de trabalhos recomendados de inferência, escolha Criar trabalho.

4. Na Etapa 1: configuração do modelo, faça o seguinte:

a. Em Tipo de trabalho, escolha Trabalho de recomendação padrão.

b. Se você estiver usando um modelo registrado no registro de SageMaker modelos, ative 
a opção Escolher um modelo no registro de modelos e faça o seguinte:

i. Na lista suspensa Grupo de modelos, escolha o grupo de modelos no registro de 
SageMaker modelos em que seu modelo está localizado.

ii. Na lista suspensa Versão do modelo, escolha a versão desejada do seu modelo.

c. Se você estiver usando um modelo criado em SageMaker, desative a opção Escolher 
um modelo no registro de modelos e faça o seguinte:

• No campo Nome do modelo, insira o nome do seu SageMaker modelo.

d. Na lista suspensa da função do IAM, você pode selecionar uma função existente do IAM 
AWS que tenha as permissões necessárias para criar um trabalho de recomendação 
de instância. Como alternativa, se você não tiver uma função existente, poderá escolher
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Criar uma nova função para abrir o pop-up de criação da função e SageMaker adicionar 
as permissões necessárias à nova função que você criar.

e. Para o bucket do S3 para análise comparativa de carga útil, insira o caminho do Amazon 
S3 para seu arquivo de carga útil de amostra, que deve conter arquivos de carga útil 
de amostra que o recomendador de inferência usa para comparar seu modelo em 
diferentes tipos de instância.

f. Em Tipo de conteúdo da carga, insira os tipos de MIME para seus dados de carga útil.

g. (Opcional) Se você desativou a opção Escolher um modelo no registro do modelo e 
especificou um SageMaker modelo, em Configuração do contêiner, faça o seguinte:

i. Na lista suspensa Domínio, selecione o domínio de machine learning do modelo, 
como visão computacional, processamento de linguagem natural ou aprendizado de 
máquina.

ii. Na lista suspensa Estrutura, selecione a estrutura do seu contêiner, como 
TensorFlow ou XGBoost.

iii. Em Versão de framework, insira a versão da estrutura da sua imagem de contêiner.

iv. Na lista suspensa Nome do modelo mais próximo, selecione o modelo pré-treinado 
que mais se aproxima do seu.

v. Na lista suspensa Tarefa, selecione a tarefa de machine learning que o modelo 
realiza, como classificação ou regressão de imagens.

h. (Opcional) Para compilação de modelos usando SageMaker o Neo, você pode 
configurar o trabalho de recomendação para um modelo que você compilou usando 
SageMaker o Neo. Em Configuração de entrada de dados, insira a forma correta 
dos dados de entrada para seu modelo em um formato semelhante a {'input':
[1,1024,1024,3]}.

i. Escolha Próximo.

5. Para a Etapa 2: instâncias e parâmetros de ambiente, faça o seguinte:

a. (Opcional) Para Selecionar instâncias para análise comparativa, você pode selecionar 
até 8 tipos de instância que deseja comparar. Se você não selecionar nenhuma 
instância, o recomendador de inferência considera todos os tipos de instância.

b. Escolha Próximo.

6. Para a Etapa 3: parâmetros de trabalho, faça o seguinte:
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a. (Opcional) No campo Nome do trabalho, insira um nome para seu trabalho de 
recomendação de instância. Ao criar o trabalho, SageMaker anexa um carimbo de data/
hora ao final desse nome.

b. (Opcional) No campo Descrição do trabalho, insira uma descrição para o trabalho.

c. (Opcional) Na lista suspensa Chave de criptografia, escolha uma AWS KMS chave por 
nome ou insira seu ARN para criptografar seus dados.

d. (Opcional) Em Duração máxima do teste (s), insira o número máximo de segundos 
durante os quais você deseja que cada teste seja executado.

e. (Opcional) Para Máximo de invocações por minuto, insira o número máximo de 
solicitações por minuto que o endpoint pode alcançar antes de interromper o trabalho de 
recomendação. Depois de atingir esse limite, SageMaker termina o trabalho.

f. (Opcional) Para o Limite de latência do modelo P99 (ms), insira o percentil de latência do 
modelo em milissegundos.

g. Escolha Próximo.

7. Para a Etapa 4: revisar o trabalho, revise suas configurações e escolha Enviar.

Obter seus resultados de trabalho de recomendação de inferência

Colete os resultados do seu trabalho de recomendação de inferência programaticamente com AWS 
SDK for Python (Boto3) o AWS CLI Studio Classic ou o console. SageMaker

AWS SDK for Python (Boto3)

Depois que uma recomendação de inferência for concluída, você poderá usar o
DescribeInferenceRecommendationsJob para obter os detalhes e as recomendações do 
trabalho. Forneça o nome do trabalho que você usou ao criar o trabalho de recomendação de 
inferência.

job_name='<INSERT>'
response = sagemaker_client.describe_inference_recommendations_job( 
                    JobName=job_name)

Imprima o objeto de resposta. O exemplo de código anterior armazenou a resposta em um nome 
de variável response.

print(response['Status'])
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Isso retorna uma resposta JSON semelhante ao exemplo a seguir. Observe que este exemplo 
mostra os tipos de instância recomendados para inferência em tempo real (para ver um exemplo 
mostrando recomendações de inferência sem servidor, veja o exemplo após este).

{ 
    'JobName': 'job-name',  
    'JobDescription': 'job-description',  
    'JobType': 'Default',  
    'JobArn': 'arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id',  
    'Status': 'COMPLETED',  
    'CreationTime': datetime.datetime(2021, 10, 26, 20, 4, 57, 627000, 
 tzinfo=tzlocal()),  
    'LastModifiedTime': datetime.datetime(2021, 10, 26, 20, 25, 1, 997000, 
 tzinfo=tzlocal()),  
    'InputConfig': { 
                'ModelPackageVersionArn': 'arn:aws:sagemaker:region:account-
id:model-package/resource-id',  
                'JobDurationInSeconds': 0 
                },  
    'InferenceRecommendations': [{ 
            'Metrics': { 
                'CostPerHour': 0.20399999618530273,  
                'CostPerInference': 5.246913588052848e-06,  
                'MaximumInvocations': 648,  
                'ModelLatency': 263596 
                },  
            'EndpointConfiguration': { 
                'EndpointName': 'endpoint-name',  
                'VariantName': 'variant-name',  
                'InstanceType': 'ml.c5.xlarge',  
                'InitialInstanceCount': 1 
                },  
            'ModelConfiguration': { 
                'Compiled': False,  
                'EnvironmentParameters': [] 
                } 
         },  
         { 
            'Metrics': { 
                'CostPerHour': 0.11500000208616257,  
                'CostPerInference': 2.92620870823157e-06,  
                'MaximumInvocations': 655,  
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                'ModelLatency': 826019 
                },  
            'EndpointConfiguration': { 
                'EndpointName': 'endpoint-name',  
                'VariantName': 'variant-name',  
                'InstanceType': 'ml.c5d.large',  
                'InitialInstanceCount': 1 
                },  
            'ModelConfiguration': { 
                'Compiled': False,  
                'EnvironmentParameters': [] 
                } 
            },  
            { 
                'Metrics': { 
                    'CostPerHour': 0.11500000208616257,  
                    'CostPerInference': 3.3625731248321244e-06,  
                    'MaximumInvocations': 570,  
                    'ModelLatency': 1085446 
                    },  
                'EndpointConfiguration': { 
                    'EndpointName': 'endpoint-name',  
                    'VariantName': 'variant-name',  
                    'InstanceType': 'ml.m5.large',  
                    'InitialInstanceCount': 1 
                    },  
                'ModelConfiguration': { 
                    'Compiled': False,  
                    'EnvironmentParameters': [] 
                    } 
            }],  
    'ResponseMetadata': { 
        'RequestId': 'request-id',  
        'HTTPStatusCode': 200,  
        'HTTPHeaders': { 
            'x-amzn-requestid': 'x-amzn-requestid',  
            'content-type': 'content-type',  
            'content-length': '1685',  
            'date': 'Tue, 26 Oct 2021 20:31:10 GMT' 
            },  
        'RetryAttempts': 0 
        }
}
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As primeiras linhas fornecem informações sobre o trabalho de recomendação de inferência em si. 
Isso inclui o nome do trabalho, a função do ARN e os horários de criação e exclusão.

O dicionário InferenceRecommendations contém uma lista de recomendações de inferência 
do recomendador de inferência.

O dicionário EndpointConfiguration aninhado contém a recomendação do tipo de instância 
(InstanceType) junto com o nomeo do endpoint e da variante (um modelo de machine learning 
do AWS implantado) que foi usado durante o trabalho de recomendação. Você pode usar o 
nome do endpoint e da variante para monitoramento no Amazon CloudWatch Events. Consulte
Monitore a Amazon SageMaker com a Amazon CloudWatch para obter mais informações.

O dicionário Metrics aninhado contém informações sobre o custo estimado por hora 
(CostPerHour) para seu endpoint em tempo real em dólares americanos, o custo estimado por 
inferência (CostPerInference) em dólares americanos para seu endpoint em tempo real, o 
número máximo esperado de InvokeEndpoint solicitações por minuto enviadas ao endpoint 
(MaxInvocations) e a latência do modelo (ModelLatency), que é o intervalo de tempo (em 
microssegundos) que seu modelo levou para responder. SageMaker A latência do modelo inclui 
os tempos de comunicação local necessários para enviar a solicitação e obter a resposta do 
contêiner de um modelo, bem como o tempo necessário para concluir a inferência dentro do 
contêiner.

O exemplo a seguir mostra a InferenceRecommendations parte da resposta de um trabalho 
de recomendações de inferência configurado para retornar recomendações de inferência sem 
servidor:

"InferenceRecommendations": [  
      {  
         "EndpointConfiguration": {  
            "EndpointName": "value", 
            "InitialInstanceCount": value, 
            "InstanceType": "value", 
            "VariantName": "value", 
            "ServerlessConfig": { 
                "MaxConcurrency": value, 
                "MemorySizeInMb": value
            } 
         }, 
         "InvocationEndTime": value, 
         "InvocationStartTime": value, 
         "Metrics": {  
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            "CostPerHour": value, 
            "CostPerInference": value, 
            "CpuUtilization": value, 
            "MaxInvocations": value, 
            "MemoryUtilization": value, 
            "ModelLatency": value, 
            "ModelSetupTime": value
         }, 
         "ModelConfiguration": {  
            "Compiled": "False", 
            "EnvironmentParameters": [], 
            "InferenceSpecificationName": "value" 
         }, 
         "RecommendationId": "value" 
      } 
   ]

Você pode interpretar as recomendações para inferência serverless de maneira semelhante 
aos resultados para inferência em tempo real, com a exceção do ServerlessConfig, 
que indica as métricas retornadas para um endpoint com tecnologia sem servidor com o
MemorySizeInMB fornecido e quando o MaxConcurrency = 1 ocorre. Para aumentar a taxa 
de transferência possível no endpoint, aumente o valor de MaxConcurrency linearmente. Por 
exemplo, se a recomendação de inferência mostrar MaxInvocations como1000, aumentar
MaxConcurrency para 2 apoiaria 2000 MaxInvocations. Observe que isso é verdade apenas 
até certo ponto, o qual pode variar com base no seu modelo e código. As recomendações 
serverless também medem a métrica ModelSetupTime, que avalia (em microssegundos) o 
tempo que leva para iniciar os recursos computacionais em um endpoint com tecnologia sem 
servidor. Para obter mais informações sobre como configurar endpoints com technologia sem 
servidor, consulte Documentação de inferência de tecnologia sem servidor.

AWS CLI

Após a conclusão de uma recomendação de inferência, você pode usar o describe-
inference-recommendations-job para obter os detalhes do trabalho e os tipos de instância 
recomendados. Forneça o nome do trabalho que você usou ao criar o trabalho de recomendação 
de inferência.

aws sagemaker describe-inference-recommendations-job\ 
    --job-name <job-name>\ 
    --region <aws-region>
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A resposta JSON deve ser semelhante ao exemplo a seguir: Observe que este exemplo mostra 
os tipos de instância recomendados para inferência em tempo real (para ver um exemplo 
mostrando recomendações de inferência sem servidor, veja o exemplo após este).

{ 
    'JobName': 'job-name',  
    'JobDescription': 'job-description',  
    'JobType': 'Default',  
    'JobArn': 'arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id',  
    'Status': 'COMPLETED',  
    'CreationTime': datetime.datetime(2021, 10, 26, 20, 4, 57, 627000, 
 tzinfo=tzlocal()),  
    'LastModifiedTime': datetime.datetime(2021, 10, 26, 20, 25, 1, 997000, 
 tzinfo=tzlocal()),  
    'InputConfig': { 
                'ModelPackageVersionArn': 'arn:aws:sagemaker:region:account-
id:model-package/resource-id',  
                'JobDurationInSeconds': 0 
                },  
    'InferenceRecommendations': [{ 
            'Metrics': { 
                'CostPerHour': 0.20399999618530273,  
                'CostPerInference': 5.246913588052848e-06,  
                'MaximumInvocations': 648,  
                'ModelLatency': 263596 
                },  
            'EndpointConfiguration': { 
                'EndpointName': 'endpoint-name',  
                'VariantName': 'variant-name',  
                'InstanceType': 'ml.c5.xlarge',  
                'InitialInstanceCount': 1 
                },  
            'ModelConfiguration': { 
                'Compiled': False,  
                'EnvironmentParameters': [] 
                } 
         },  
         { 
            'Metrics': { 
                'CostPerHour': 0.11500000208616257,  
                'CostPerInference': 2.92620870823157e-06,  
                'MaximumInvocations': 655,  
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                'ModelLatency': 826019 
                },  
            'EndpointConfiguration': { 
                'EndpointName': 'endpoint-name',  
                'VariantName': 'variant-name',  
                'InstanceType': 'ml.c5d.large',  
                'InitialInstanceCount': 1 
                },  
            'ModelConfiguration': { 
                'Compiled': False,  
                'EnvironmentParameters': [] 
                } 
            },  
            { 
                'Metrics': { 
                    'CostPerHour': 0.11500000208616257,  
                    'CostPerInference': 3.3625731248321244e-06,  
                    'MaximumInvocations': 570,  
                    'ModelLatency': 1085446 
                    },  
                'EndpointConfiguration': { 
                    'EndpointName': 'endpoint-name',  
                    'VariantName': 'variant-name',  
                    'InstanceType': 'ml.m5.large',  
                    'InitialInstanceCount': 1 
                    },  
                'ModelConfiguration': { 
                    'Compiled': False,  
                    'EnvironmentParameters': [] 
                    } 
            }],  
    'ResponseMetadata': { 
        'RequestId': 'request-id',  
        'HTTPStatusCode': 200,  
        'HTTPHeaders': { 
            'x-amzn-requestid': 'x-amzn-requestid',  
            'content-type': 'content-type',  
            'content-length': '1685',  
            'date': 'Tue, 26 Oct 2021 20:31:10 GMT' 
            },  
        'RetryAttempts': 0 
        }
}
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As primeiras linhas fornecem informações sobre o trabalho de recomendação de inferência em si. 
Isso inclui o nome do trabalho, o ARN do perfil, o horário de criação e exclusão.

O dicionário InferenceRecommendations contém uma lista de recomendações de inferência 
do recomendador de inferência.

O dicionário EndpointConfiguration aninhado contém a recomendação do tipo de instância 
(InstanceType) junto com o nomeo do endpoint e da variante (um modelo de machine learning 
do AWS implantado) usado durante o trabalho de recomendação. Você pode usar o nome do 
endpoint e da variante para monitoramento no Amazon CloudWatch Events. Consulte Monitore a 
Amazon SageMaker com a Amazon CloudWatch para obter mais informações.

O dicionário Metrics aninhado contém informações sobre o custo estimado por hora 
(CostPerHour) para seu endpoint em tempo real em dólares americanos, o custo estimado por 
inferência (CostPerInference) em dólares americanos para seu endpoint em tempo real, o 
número máximo esperado de InvokeEndpoint solicitações por minuto enviadas ao endpoint 
(MaxInvocations) e a latência do modelo (ModelLatency), que é o intervalo de tempo (em 
milissegundos) que seu modelo levou para responder. SageMaker A latência do modelo inclui 
os tempos de comunicação local necessários para enviar a solicitação e obter a resposta do 
contêiner de um modelo, bem como o tempo necessário para concluir a inferência dentro do 
contêiner.

O exemplo a seguir mostra a InferenceRecommendations parte da resposta de um trabalho 
de recomendações de inferência configurado para retornar recomendações de inferência sem 
servidor:

"InferenceRecommendations": [  
      {  
         "EndpointConfiguration": {  
            "EndpointName": "value", 
            "InitialInstanceCount": value, 
            "InstanceType": "value", 
            "VariantName": "value", 
            "ServerlessConfig": { 
                "MaxConcurrency": value, 
                "MemorySizeInMb": value
            } 
         }, 
         "InvocationEndTime": value, 
         "InvocationStartTime": value, 
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         "Metrics": {  
            "CostPerHour": value, 
            "CostPerInference": value, 
            "CpuUtilization": value, 
            "MaxInvocations": value, 
            "MemoryUtilization": value, 
            "ModelLatency": value, 
            "ModelSetupTime": value
         }, 
         "ModelConfiguration": {  
            "Compiled": "False", 
            "EnvironmentParameters": [], 
            "InferenceSpecificationName": "value" 
         }, 
         "RecommendationId": "value" 
      } 
   ]

Você pode interpretar as recomendações para inferência serverless de maneira semelhante 
aos resultados para inferência em tempo real, com a exceção do ServerlessConfig, 
que indica as métricas retornadas para um endpoint com tecnologia sem servidor com o
MemorySizeInMB fornecido e quando o MaxConcurrency = 1 ocorre. Para aumentar a taxa 
de transferência possível no endpoint, aumente o valor de MaxConcurrency linearmente. Por 
exemplo, se a recomendação de inferência mostrar MaxInvocations como1000, aumentar
MaxConcurrency para 2 apoiaria 2000 MaxInvocations. Observe que isso é verdade apenas 
até certo ponto, o qual pode variar com base no seu modelo e código. As recomendações 
serverless também medem a métrica ModelSetupTime, que avalia (em microssegundos) o 
tempo que leva para iniciar os recursos computacionais em um endpoint com tecnologia sem 
servidor. Para obter mais informações sobre como configurar endpoints com technologia sem 
servidor, consulte Documentação de inferência de tecnologia sem servidor.

Amazon SageMaker Studio Classic

As recomendações de inferência são preenchidas em uma nova guia Recomendações de 
inferência no Studio Classic. Pode demorar até 45 minutos para que os resultados apareçam. 
Essa guia contém os cabeçalhos das colunas Resultados e Detalhes.

A coluna Detalhes fornece informações sobre o trabalho de recomendação de inferência, como 
o nome da recomendação de inferência, quando o trabalho foi criado (Hora de criação) e muito 
mais. Ele também fornece informações de Configurações, como o número máximo de invocações 
que ocorreram por minuto e informações sobre os nomes de recursos da Amazon usados.
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A coluna Resultados fornece uma janela de metas e SageMakerrecomendações de implantação
na qual você pode ajustar a ordem em que os resultados são exibidos com base na importância 
da implantação. Há três menus suspensos que você pode usar para fornecer o nível de 
importância do custo, da Latência e da Taxa de transferência para seu caso de uso. Para cada 
meta (custo, latência e taxa de transferência), você pode definir o nível de importância: menor 
importância, baixa importância, importância moderada, alta importância ou maior importância.

Com base em suas seleções de importância para cada meta, o Inference Recommender exibe 
sua recomendação principal no campo de SageMakerrecomendação à direita do painel, junto 
com o custo estimado por hora e a solicitação de inferência. Também fornece informações sobre 
a latência esperada do modelo, o número máximo de invocações e a número de instâncias. 
Para recomendações de tecnologia sem servidor, você pode ver os valores ideais para a 
simultaneidade máxima e o tamanho da memória do endpoint.

Além da recomendação principal exibida, você também pode ver as mesmas informações 
exibidas para todas as instâncias que o recomendador de inferência testou na seção Todas as 
execuções.

SageMaker console

Você pode visualizar seus trabalhos de recomendação de instância no SageMaker console 
fazendo o seguinte:

1. Acesse o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Inferência e, em seguida, escolha
Recomendador de inferência.

3. Na página de trabalhos do recomendador de inferência, escolha o nome do seu trabalho de 
recomendação de inferência.

Na página de detalhes do seu trabalho, você pode ver as recomendações de inferência, que são 
os tipos de instância SageMaker recomendados para seu modelo, conforme mostrado na captura 
de tela a seguir.
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Nesta seção, você pode comparar os tipos de instância por vários fatores, como latência do 
modelo, custo por hora, custo por inferência e invocações por minuto.

Nessa página, você também pode visualizar as configurações especificadas para seu trabalho. 
Na seção Monitor, você pode ver as CloudWatch métricas da Amazon que foram registradas 
para cada tipo de instância. Para saber mais sobre como interpretar essas métricas, consulte
Interpretar resultados.

Para obter mais informações sobre como interpretar os resultados de seu trabalho de 
recomendação, consulte Como interpretar os resultados da recomendação.

Interromper sua recomendação de inferência

Talvez você queira interromper um trabalho em execução no momento se você iniciou 
um trabalho por engano ou se não precisar mais executá-lo. Interrompa seus trabalhos 
de recomendação de inferência do Inference Recommender programaticamente com a
StopInferenceRecommendationsJob API ou com o Studio Classic.

AWS SDK for Python (Boto3)

Especifique o nome do trabalho de recomendação de inferência para o campo JobName.

sagemaker_client.stop_inference_recommendations_job( 
                                    JobName='<INSERT>'
                                    )
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AWS CLI

Especifique o nome do trabalho do trabalho de recomendação de inferência para a sinalização de
job-name.

aws sagemaker stop-inference-recommendations-job --job-name <job-name>

Amazon SageMaker Studio Classic

Feche a guia na qual você iniciou a recomendação de inferência para interromper sua 
recomendação de inferência do recomendador de inferência.

SageMaker console

Para interromper seu trabalho de recomendação de instância por meio do SageMaker console, 
faça o seguinte:

1. Acesse o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Inferência e, em seguida, escolha
Recomendador de inferência.

3. Na página de trabalhos de recomendação de inferência, selecione seu trabalho de 
recomendação de instância.

4. Escolha Interromper tarefa.

5. Na caixa de diálogo exibida, escolha Confirmar.

Depois de interromper sua tarefa, o status da tarefa deve mudar para Interrompendo.

Obtenha uma recomendação de inferência para um endpoint existente

Os trabalhos de recomendação de inferência executam um conjunto de testes de carga em tipos 
de instância recomendados e em um endpoint existente. Os trabalhos de recomendação de 
inferência usam métricas de performance baseadas em testes de carga usando os dados de amostra 
fornecidos durante o registro da versão do modelo.

Você pode comparar e obter recomendações de inferência para um endpoint de SageMaker 
inferência existente para ajudá-lo a melhorar o desempenho do seu endpoint. O procedimento 
de obter recomendações para um endpoint de SageMaker inferência existente é semelhante ao 
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procedimento para obter recomendações de inferência sem um endpoint. Há várias exclusões de 
recursos a serem observadas ao comparar um endpoint existente:

• Você só pode usar um endpoint existente por trabalho do recomendador de inferência.

• Só é possível ter uma variante em seu endpoint.

• Não é possível usar um endpoint que permita o dimensionamento automático.

• Essa funcionalidade só é compatível com inferência em tempo real.

• Essa funcionalidade não é compatível com endpoints multimodelo em tempo real.

Warning

É altamente recomendável não executar um trabalho do recomendador de inferência 
em um endpoint de produção que envolva o tráfego ao vivo. A carga sintética durante a 
análise comparativa pode afetar seu ponto final de produção e causar limitação ou fornecer 
resultados de análises comparativas imprecisas. Recomendamos que você use um endpoint 
que não seja de produção ou de desenvolvedor para fins de comparação.

As seções a seguir demonstram como usar o Amazon SageMaker Inference Recommender para 
criar uma recomendação de inferência para um endpoint existente com base no seu tipo de modelo 
usando o AWS SDK for Python (Boto3) e o. AWS CLI

Note

Antes de criar um trabalho de recomendação de inferência, verifique se você satisfez o Pré-
requisitos.

Pré-requisitos

Se você ainda não tem um endpoint de SageMaker inferência, pode obter uma recomendação de 
inferência sem um endpoint ou criar um endpoint de inferência em tempo real seguindo as instruções 
em Crie seu endpoint e implante seu modelo.

Criar uma recomendação de inferência para um endpoint existente

Crie uma recomendação de inferência programaticamente usandoAWS SDK for Python (Boto3) ou 
AWS CLI. Especifique um nome de trabalho para sua recomendação de inferência, o nome de um 
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endpoint de SageMaker inferência existente, um ARN de AWS função do IAM, uma configuração de 
entrada e o ARN do pacote de modelos de quando você registrou seu modelo no registro do modelo.

AWS SDK for Python (Boto3)

Use a API CreateInferenceRecommendationsJob para obter uma recomendação de 
inferência. Defina o campo JobType como 'Default' para trabalhos de recomendação de 
inferência. Além disso, observe o seguinte:

• Forneça um nome para seu trabalho de recomendação do recomendador de inferência para o 
campo JobName. O nome do trabalho do recomendador de inferência deve ser exclusivo na 
sua região AWS e na sua conta AWS.

• O Amazon Resource Name (ARN) de uma função do IAM que habilita o recomendador de 
inferência para executar tarefas em seu nome. Defina isso para o campo RoleArn.

• O ARN do pacote de modelos versionado que você criou ao registrar seu modelo no registro do 
modelo. Defina isso para ModelPackageVersionArn no campo InputConfig.

• Forneça o nome de um endpoint de SageMaker inferência existente para o qual você deseja 
comparar no Inference Recommender no campo. Endpoints InputConfig

Importe o AWS SDK for Python (Boto3) pacote e crie um objeto SageMaker cliente usando a 
classe cliente. Se você seguiu as etapas na seção Pré-requisitos, o grupo de pacotes de modelos 
ARN foi armazenado em uma variável chamada model_package_arn.

# Create a low-level SageMaker service client.
import boto3
aws_region = '<region>'
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)  

# Provide your model package ARN that was created when you registered your  
# model with Model Registry  
model_package_arn = '<model-package-arn>'

# Provide a unique job name for SageMaker Inference Recommender job
job_name = '<job-name>'

# Inference Recommender job type. Set to Default to get an initial recommendation
job_type = 'Default'

# Provide an IAM Role that gives SageMaker Inference Recommender permission to  
# access AWS services
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role_arn = '<arn:aws:iam::<account>:role/*>'
                                    
# Provide endpoint name for your endpoint that want to benchmark in Inference 
 Recommender
endpoint_name = '<existing-endpoint-name>'

sagemaker_client.create_inference_recommendations_job( 
    JobName = job_name, 
    JobType = job_type, 
    RoleArn = role_arn, 
    InputConfig = { 
        'ModelPackageVersionArn': model_package_arn, 
        'Endpoints': [{'EndpointName': endpoint_name}] 
    }
)

Consulte o Guia de referência de SageMaker API da Amazon para obter uma lista 
completa dos argumentos opcionais e obrigatórios para os quais você pode passar
CreateInferenceRecommendationsJob.

AWS CLI

Use a API create-inference-recommendations-job para obter uma recomendação de 
endpoint de instância. Defina o campo job-type como 'Default' por exemplo, trabalhos de 
recomendação de endpoints. Além disso, observe o seguinte:

• Forneça um nome para seu trabalho de recomendação do recomendador de inferência para o 
campo job-name. O nome do trabalho do recomendador de inferência deve ser exclusivo na 
sua região AWS e na sua conta AWS.

• O Amazon Resource Name (ARN) de uma função do IAM que permite que o Amazon 
SageMaker Inference Recommender execute tarefas em seu nome. Defina isso para o campo
role-arn.

• O ARN do pacote de modelos versionado que você criou ao registrar seu modelo no registro do 
modelo. Defina isso para ModelPackageVersionArn no campo input-config.

• Forneça o nome de um endpoint de SageMaker inferência existente para o qual você deseja 
comparar no Inference Recommender no campo. Endpoints input-config

aws sagemaker create-inference-recommendations-job  
    --region <region>\ 

Trabalhos de recomendação 4150

https://docs.aws.amazon.com/sagemaker/latest/APIReference/Welcome.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html


Amazon SageMaker Guia do Desenvolvedor

    --job-name <job_name>\ 
    --job-type Default\ 
    --role-arn arn:aws:iam::<account:role/*>\ 
    --input-config "{ 
        \"ModelPackageVersionArn\": \"arn:aws:sagemaker:<region:account:role/*>\", 
        \"Endpoints\": [{\"EndpointName\": <endpoint_name>}] 
        }"

Obter seus resultados de trabalho de recomendação de inferência

Você pode coletar os resultados do seu trabalho de recomendação de inferência programaticamente 
com o mesmo procedimento para trabalhos de recomendação de inferência padrão. Para ter mais 
informações, consulte Obter seus resultados de trabalho de recomendação de inferência.

Ao obter resultados do trabalho de recomendação de inferência para um endpoint existente, você 
deverá receber uma resposta JSON semelhante a esta:

{ 
    "JobName": "job-name", 
    "JobType": "Default", 
    "JobArn": "arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id", 
    "RoleArn": "iam-role-arn", 
    "Status": "COMPLETED", 
    "CreationTime": 1664922919.2, 
    "LastModifiedTime": 1664924208.291, 
    "InputConfig": { 
        "ModelPackageVersionArn": "arn:aws:sagemaker:region:account-id:model-
package/resource-id", 
        "Endpoints": [ 
            { 
                "EndpointName": "endpoint-name"
            } 
        ] 
    }, 
    "InferenceRecommendations": [ 
        { 
            "Metrics": { 
                "CostPerHour": 0.7360000014305115, 
                "CostPerInference": 7.456940238625975e-06, 
                "MaxInvocations": 1645, 
                "ModelLatency": 171 
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            }, 
            "EndpointConfiguration": { 
                "EndpointName": "sm-endpoint-name", 
                "VariantName": "variant-name", 
                "InstanceType": "ml.g4dn.xlarge", 
                "InitialInstanceCount": 1 
            }, 
            "ModelConfiguration": { 
                "EnvironmentParameters": [ 
                    { 
                        "Key": "TS_DEFAULT_WORKERS_PER_MODEL", 
                        "ValueType": "string", 
                        "Value": "4" 
                    } 
                ] 
            } 
        } 
    ], 
    "EndpointPerformances": [ 
        { 
            "Metrics": { 
                "MaxInvocations": 184, 
                "ModelLatency": 1312 
            }, 
            "EndpointConfiguration": { 
                "EndpointName": "endpoint-name"
            } 
        } 
    ]
}

As primeiras linhas fornecem informações sobre o trabalho de recomendação de inferência em si. 
Isso inclui o nome do trabalho, o ARN do perfil e os horários de criação e modificação mais recentes.

O dicionário InferenceRecommendations contém uma lista de recomendações de inferência do 
recomendador de inferência.

O dicionário EndpointConfiguration aninhado contém a recomendação do tipo de instância 
(InstanceType) junto com o nomeo do endpoint e da variante (um modelo de machine learning do 
AWS implantado) que foi usado durante o trabalho de recomendação.

O dicionário Metrics aninhado contém informações sobre o custo estimado por hora 
(CostPerHour) para seu endpoint em tempo real em dólares americanos, o custo estimado por 
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inferência (CostPerInference) em dólares americanos para seu endpoint em tempo real, o 
número máximo esperado de InvokeEndpoint solicitações por minuto enviadas ao endpoint 
(MaxInvocations) e a latência do modelo (ModelLatency), que é o intervalo de tempo (em 
milissegundos) que seu modelo levou para responder. SageMaker A latência do modelo inclui os 
tempos de comunicação local necessários para enviar a solicitação e obter a resposta do contêiner 
de um modelo, bem como o tempo necessário para concluir a inferência dentro do contêiner.

O dicionário EndpointPerformances aninhado contém o nome do seu endpoint existente no qual 
o trabalho de recomendação foi executado (EndpointName) e as métricas de performance do seu 
endpoint (MaxInvocations e ModelLatency).

Interromper sua recomendação de endpoints da instância

Talvez você queira interromper um trabalho em execução no momento se você iniciou um 
trabalho por engano ou se não precisar mais executá-lo. Você pode interromper seu trabalho 
de recomendação de inferência programaticamente com o mesmo procedimento para trabalhos 
de recomendação de inferência padrão. Para ter mais informações, consulte Interromper sua 
recomendação de inferência.

Obter recomendações compiladas com o Neo

No recomendador de inferência, você pode compilar seu modelo com o Neo e obter recomendações 
de endpoints para seu modelo compilado. SageMaker O Neo é um serviço que pode otimizar 
seu modelo para uma plataforma de hardware de destino (ou seja, um tipo de instância ou 
ambiente específico). Otimizar um modelo com o Neo pode melhorar a performance do seu modelo 
hospedado.

Para estruturas e contêineres compatíveis com NEO, o recomendador de inferência sugere 
automaticamente recomendações otimizadas para NEO. Para ser elegível para a compilação do 
Neo, sua opinião deve atender aos seguintes pré-requisitos:

• Você está usando um DLC SageMaker  próprio ou um contêiner XGBoost.

• Você está usando uma versão do framework suportada pelo Neo. Para as versões da estrutura 
suportadas pelo Neo, consulte Instâncias de nuvem a documentação do SageMaker Neo.

• O Neo exige que você forneça um formato de dados de entrada correto para seu modelo. Você 
pode especificar essa forma de dados como DataInputConfig na InferenceSpecification
ao criar um pacote de modelo. Para obter informações sobre as formas de dados corretas para 
cada estrutura, consulte Preparar modelo para compilação na documentação do SageMaker Neo.
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O exemplo a seguir mostra como especificar o DataInputConfig campo 
noInferenceSpecification, onde data_input_configuration é uma variável 
que contém a forma de dados em formato de dicionário (por exemplo,{'input':
[1,1024,1024,3]}).

"InferenceSpecification": { 
        "Containers": [ 
            { 
                "Image": dlc_uri, 
                "Framework": framework.upper(), 
                "FrameworkVersion": framework_version, 
                "NearestModelName": model_name, 
                "ModelInput": {"DataInputConfig": data_input_configuration}, 
            } 
        ], 
        "SupportedContentTypes": input_mime_types,  # required, must be non-null 
        "SupportedResponseMIMETypes": [], 
        "SupportedRealtimeInferenceInstanceTypes": 
 supported_realtime_inference_types,  # optional 
    }

Se essas condições forem atendidas em sua solicitação, o recomendador de inferência executará 
cenários para versões compiladas e não compiladas do seu modelo, oferecendo várias combinações 
de recomendações para você escolher. Você pode comparar as configurações das versões 
compiladas e não compiladas da mesma recomendação de inferência e determinar qual delas é mais 
adequada ao seu caso de uso. As recomendações são classificadas por custo por inferência.

Para obter as recomendações de compilação do Neo, você não precisa fazer nenhuma configuração 
adicional além de garantir que sua entrada atenda aos requisitos acima. O recomendador de 
inferência executa automaticamente a compilação do Neo em seu modelo se sua entrada atender 
aos requisitos, e você receberá uma resposta que inclui recomendações do Neo.

Se você encontrar erros durante a compilação do Neo, consulteSolucionar erros de compilação do 
Neo.

A tabela a seguir é um exemplo de uma resposta que você pode obter de um trabalho do 
recomendador de inferência que inclui recomendações para modelos compilados. Se o 
campo InferenceSpecificationName for None, a recomendação é um modelo não 
compilado. A última linha, onde está o valor do campo InferenceSpecificationName for
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neo-00011122-2333-4445-5566-677788899900, é para um modelo compilado com o Neo. O 
valor no campo é o nome do trabalho Neo usado para compilar e otimizar seu modelo.

EndpointN 
ame

InstanceT 
ype

InitialIn 
stanceCou 
nt

Environme 
ntParamet 
ers

CostPerHo 
ur

CostPerIn 
ference

MaxInvoca 
tions

ModelLate 
ncy

Inference 
Specifica 
tionName

sm-
epc-ex 
ample-000 
11122

ml.c5.9xl 
arge

1 [] 1.836 9.15E-07 33456 7 Nenhum

sm-
epc-ex 
ample-111 
2233

ml.c5.2xl 
arge

1 [] 0,408 2.11E-07 32211 21 Nenhum

sm-
epc-ex 
ample-222 
33344

ml.c5.xla 
rge

1 [] 0,204 1.86E-07 18276 92 Nenhum

sm-
epc-ex 
ample-333 
44455

ml.c5.xla 
rge

1 [] 0,204 1.60E-07 21286 42 neo-00011 
122-2333- 
4445-5566 
-67778889 
9900

Conceitos básicos

As etapas gerais para criar um trabalho de recomendação de inferência que inclua recomendações 
otimizadas para Neo são as seguintes:

• Preparar o modelo ML para compilação Para obter mais informações, consulte Preparar modelo 
para compilação na documentação do Neo.

• Package seu modelo em um arquivo de modelos (arquivo .tar.gz).

• Crie um arquivo de exemplo de carga.
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• Registrar seu modelo no registro de modelos

• Crie um trabalho de recomendação de inferência.

• Veja os resultados do trabalho do recomendador de inferência e escolha uma configuração.

• Depure falhas de compilação, se houver. Para obter mais informações, consulte Solucionar 
problemas de compilação do Neo.

Para ver um exemplo que demonstra o fluxo de trabalho anterior e como obter recomendações 
otimizadas para Neo usando o XGBoost, consulte o exemplo de caderno a seguir. Para ver um 
exemplo que mostra como usar recomendações otimizadas para Neo TensorFlow, consulte o
exemplo de caderno a seguir.

Como interpretar os resultados da recomendação

Cada resultado do trabalho do recomendador de inferência incluiInstanceType,
InitialInstanceCount e EnvironmentParameters que são parâmetros variáveis de ambiente 
ajustados para seu contêiner para melhorar sua latência e taxa de transferência. Os resultados 
também incluem métricas de performance e custo como MaxInvocations, ModelLatency,
CostPerHour, CostPerInference, CpuUtilization e MemoryUtilization.

Na tabela abaixo, fornecemos uma descrição dessas métricas. Essas métricas podem ajudá-lo 
a restringir sua busca pela melhor configuração de endpoint adequada ao seu caso de uso. Por 
exemplo, se sua motivação é a performance geral do preço com ênfase na taxa de transferência, 
você deve se concentrar em CostPerInference.

Métrica Descrição Caso de uso

ModelLatency O intervalo de tempo 
gasto por um modelo para 
responder conforme visualiza 
do a partir de SageMaker 
. Esse intervalo inclui os 
tempos de comunicação 
locais necessários para 
enviar a solicitação e buscar a 
resposta do contêiner de um 
modelo, bem como o tempo 

Workloads sigilosos à latência, 
como veiculação de anúncios 
e diagnóstico médico
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Métrica Descrição Caso de uso

gasto para concluir a inferênci 
a no contêiner.

Unidade: milissegundos

MaximumInvocations O número máximo de solicitaç 
ões InvokeEndpoint
enviadas para um endpoint do 
modelo em um minuto.

Unidades: nenhuma

Workloads focadas na taxa 
de transferência, como 
processamento de vídeo ou 
inferência em lote

CostPerHour O custo estimado por hora 
para seu endpoint em tempo 
real.

Unidades: dólares norte-ame 
ricanos

Workloads econômicas sem 
prazos de latência

CostPerInference O custo estimado por 
chamada de inferência para 
seu endpoint em tempo real.

Unidades: dólares norte-ame 
ricanos

Maximizar a performance 
geral de preços com foco na 
produtividade

CpuUtilization A utilização de CPU esperada 
no máximo de invocações por 
minuto para a instância do 
endpoint.

Unidades: percentual

Entenda a integridade da 
instância durante a análise 
comparativa, tendo visibilidade 
da utilização da CPU principal 
da instância
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Métrica Descrição Caso de uso

MemoryUtilization A utilização da memória 
esperada no máximo de 
invocações por minuto para a 
instância do endpoint.

Unidades: percentual

Entenda a integridade da 
instância durante a análise 
comparativa, tendo visibilid 
ade da utilização da memória 
principal da instância

Em alguns casos, talvez você queira explorar outras métricas do SageMaker Endpoint Invocation, 
como. CPUUtilization Cada resultado do trabalho do recomendador de inferência inclui os 
nomes dos endpoints gerados durante o teste de carga. Você pode usar CloudWatch para revisar os 
registros desses endpoints mesmo depois de serem excluídos.

A imagem a seguir é um exemplo de CloudWatch métricas e gráficos que você pode analisar para 
um único endpoint a partir do resultado da recomendação. O resultado dessa recomendação é de 
um trabalho padrão. A maneira de interpretar os valores escalares dos resultados da recomendação 
é que eles se baseiem no momento em que o gráfico de invocações começa a se nivelar. Por 
exemplo, o ModelLatency valor relatado está no início do platô ao redor03:00:31.
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Para obter descrições completas das CloudWatch métricas usadas nos gráficos anteriores, consulte 
Métricas de invocação de SageMaker endpoint.

Você também pode ver métricas de performance semelhantes às ClientInvocations
NumberOfUsers publicadas pelo recomendador de inferência no /aws/sagemaker/
InferenceRecommendationsJobs namespace. Para obter uma lista completa de métricas e 
descrições publicadas pelo recomendador de inferência, consulte SageMaker Métricas de trabalhos 
de recomendação de inferência.

Consulte o notebook Amazon SageMaker Inference Recommender - CloudWatch Metrics Jupyter no 
repositório amazon-sagemaker-examplesGithub para ver um exemplo de como usar o SDK for AWS 
Python (Boto3) para explorar métricas para seus endpoints. CloudWatch
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Obter recomendações de políticas de dimensionamento automático

Com o Amazon SageMaker Inference Recommender, você pode obter recomendações para políticas 
de escalonamento automático para seu SageMaker endpoint com base no padrão de tráfego 
previsto. Se você já concluiu um trabalho de recomendação de inferência, pode fornecer os detalhes 
do trabalho para obter uma recomendação para uma política de dimensionamento automático que 
pode ser aplicada ao seu endpoint.

O recomendador de inferência compara valores diferentes para cada métrica para determinar 
a configuração de dimensionamento automático ideal para seu endpoint. A recomendação de 
dimensionamento automático retorna uma política de escalonamento automático recomendada para 
cada métrica definida em seu trabalho de recomendação de inferência. Você pode salvar as políticas 
e aplicá-las ao seu endpoint com a PutScalingPolicyAPI.

Para começar, revise os pré-requisitos a seguir.

Pré-requisitos

Antes de começar, você deve ter concluído um trabalho de recomendação de inferência bem-
sucedido. Na seção a seguir, você pode fornecer uma ID de recomendação de inferência ou o nome 
de um SageMaker endpoint que foi comparado durante um trabalho de recomendação de inferência.

Para recuperar o ID do trabalho de recomendação ou o nome do endpoint, você pode 
visualizar os detalhes do trabalho de recomendação de inferência no SageMaker console 
ou usar os EndpointName campos RecommendationId ou retornados pela API.
DescribeInferenceRecommendationsJob

Criar uma recomendação de configuração de dimensionamento automático

Para criar uma política de recomendação de dimensionamento automático, você pode usar o AWS 
SDK for Python (Boto3).

O exemplo a seguir mostra os campos da  GetScalingConfigurationRecommendationAPI. Use os 
seguintes campos ao chamar a API:

• InferenceRecommendationsJobName - Insira o nome do seu trabalho de recomendação de 
inferência.

• RecommendationId - Insira o ID de uma recomendação de inferência de um trabalho de 
recomendação. Isso é opcional se você tiver especificado o campo EndpointName.
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• EndpointName - Insira o nome de um endpoint que foi comparado durante um trabalho 
de recomendação de inferência. Isso é opcional se você tiver especificado o campo
RecommendationId.

• TargetCpuUtilizationPerCore - (Opcional) Insira um valor percentual de quanta utilização 
você deseja que uma instância em seu endpoint use antes do dimensionamento automático. O 
valor padrão se você não especificar este campo é 50%.

• ScalingPolicyObjective - (Opcional) Um objeto em que você especifica seu padrão de 
tráfego previsto.

• MinInvocationsPerMinute - (Opcional) O número mínimo de solicitações esperadas para 
seu endpoint por minuto.

• MaxInvocationsPerMinute - (Opcional) O número máximo de solicitações esperadas para 
seu endpoint por minuto.

{ 
    "InferenceRecommendationsJobName": "string", // Required 
    "RecommendationId": "string", // Optional, provide one of RecommendationId or 
 EndpointName 
    "EndpointName": "string", // Optional, provide one of RecommendationId or 
 EndpointName 
    "TargetCpuUtilizationPerCore": number, // Optional 
    "ScalingPolicyObjective": { // Optional 
        "MinInvocationsPerMinute": number, 
        "MaxInvocationsPerMinute": number
    }
}

Após enviar sua solicitação, você receberá uma resposta com políticas de escalonamento 
automático definidas para cada métrica. Consulte a próxima seção para obter informações sobre 
como interpretar a resposta.

Analisar os resultados da recomendação de configuração de dimensionamento automático

O exemplo a seguir mostra a resposta da  GetScalingConfigurationRecommendationAPI:

{ 
    "InferenceRecommendationsJobName": "string",  
    "RecommendationId": "string", // One of RecommendationId or EndpointName is shown 
    "EndpointName": "string",  
    "TargetUtilizationPercentage": Integer, 
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    "ScalingPolicyObjective": {  
        "MinInvocationsPerMinute": Integer,  
        "MaxInvocationsPerMinute": Integer 
    }, 
    "Metric": { 
        "ModelLatency": Integer, 
        "InvocationsPerInstance": Integer 
    }, 
    "DynamicScalingConfiguration": { 
        "MinCapacity": number, 
        "MaxCapacity": number,  
        "ScaleInCooldown": number, 
        "ScaleOutCooldown": number, 
        "ScalingPolicies": [ 
            { 
                "TargetTracking": { 
                    "MetricSpecification": { 
                        "Predefined" { 
                            "PredefinedMetricType": "string" 
                         }, 
                        "Customized": { 
                            "MetricName": "string", 
                            "Namespace": "string", 
                            "Statistic": "string" 
                         } 
                    }, 
                    "TargetValue": Double 
                }  
            } 
        ] 
    }
}

Os campos InferenceRecommendationsJobName, RecommendationID, EndpointName ou
TargetCpuUtilizationPerCore, e os campos do objeto ScalingPolicyObjective são 
copiados da sua solicitação inicial.

O objeto Metric lista as métricas que foram avaliadas em seu trabalho de recomendação 
de inferência, juntamente com um cálculo dos valores de cada métrica quando a utilização 
da instância seria igual ao valor TargetCpuUtilizationPerCore. Isso é útil para 
antecipar as métricas de performance em seu endpoint quando ele aumenta e diminui a 
escala com a política de dimensionamento automático recomendada. Por exemplo, considere 
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se sua utilização de instância foi de 50% em seu trabalho de recomendação de inferência 
e seu valor InvocationsPerInstance foi originalmente de 4. Se você especificar o
TargetCpuUtilizationPerCore valor como 100% em sua solicitação de recomendação de 
dimensionamento automático, o valor métrico InvocationsPerInstance retornado na resposta é
2 porque você esperava alocar o dobro da utilização da instância.

O DynamicScalingConfiguration objeto retorna os valores que você deve especificar para o
TargetTrackingScalingPolicyConfigurationao chamar a PutScalingPolicyAPI. Isso inclui os valores 
de capacidade mínimo e máximo recomendados, os tempos de resfriamento de redução e redução 
recomendados e o objeto ScalingPolicies, que contém o TargetValue recomendado que você 
deve especificar para cada métrica.

Executar um teste de carga personalizado

Os testes de carga do Amazon SageMaker Inference Recommender conduzem benchmarks 
abrangentes com base nos requisitos de produção de latência e taxa de transferência, padrões de 
tráfego personalizados e endpoints sem servidor ou instâncias em tempo real (até 10) que você 
seleciona.

As seções a seguir demonstram como criar, descrever e interromper um teste de carga 
programaticamente usando o AWS SDK for Python (Boto3) e oAWS CLI, ou interativamente, usando 
o Amazon SageMaker Studio Classic ou o console. SageMaker

Criar um trabalho de teste de carga

Crie um teste de carga programaticamente usando oAWS SDK for Python (Boto3), com o AWS 
CLI ou interativamente usando o Studio Classic ou o console. SageMaker Assim como nas 
recomendações de inferência do recomendador de inferência, especifique um nome de trabalho 
para seu teste de carga, um ARN da função do IAM AWS, uma configuração de entrada e o ARN do 
pacote de modelos de quando você registrou seu modelo no registro do modelo. Os testes de carga 
exigem que você também especifique um padrão de tráfego e condições de interrupção.

AWS SDK for Python (Boto3)

Use a API CreateInferenceRecommendationsJob para criar um teste de carga do 
recomendador de inferência. Especifique Advanced para o campo JobType e forneça:

• Um nome do trabalho para seu teste de carga (JobName). O nome da tarefa deve ser exclusivo 
na sua região AWS e na sua conta AWS.
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• O Amazon Resource Name (ARN) de uma função do IAM que habilita o recomendador de 
inferência para executar tarefas em seu nome. Defina isso para o campo RoleArn.

• Um dicionário de configuração de endpoint (InputConfig) em que você deve especificar o 
seguinte:

• Para TrafficPattern, especifique as fases ou o padrão de tráfego das escadas. Com o 
padrão de tráfego de fases, novos usuários aparecem a cada minuto na taxa especificada 
por você. Com o padrão de tráfego de escadas, novos usuários aparecem em intervalos 
cronometrados (ou etapas) a uma taxa especificada por você. Escolha uma das seguintes 
opções:

• Para TrafficType, especifique PHASES. Em seguida, para a matriz Phases, especifique
InitialNumberOfUsers (com quantos usuários simultâneos começar, com um mínimo 
de 1 e máximo de 3), SpawnRate (o número de usuários a serem gerados em um minuto 
para uma fase específica do teste de carga, com um mínimo de 0 e máximo de 3) e
DurationInSeconds (quanto tempo a fase de tráfego deve durar, com um mínimo de 
120 e máximo de 3600).

• Para TrafficType, especifique STAIRS. Em seguida, para a matriz Stairs, especifique
DurationInSeconds (quanto tempo a fase de tráfego deve durar, com um mínimo 
de 120 e máximo de 3600), NumberOfSteps (quantos intervalos são usados durante 
a fase) e UsersPerStep (quantos usuários são adicionados durante cada intervalo). 
Observe que o comprimento de cada etapa é o valor de DurationInSeconds / 
NumberOfSteps. Por exemplo, se seu DurationInSeconds for 600 e você especificar
5 etapas, cada etapa terá 120 segundos de duração.

Note

Um usuário é definido como um ator gerado pelo sistema que é executado em 
um loop e invoca solicitações para um endpoint como parte do recomendador 
de inferência. Para um contêiner XGBoost típico executado em uma instância
ml.c5.large, os endpoints podem atingir 30.000 invocações por minuto (500 tps) 
com apenas 15 a 20 usuários.

• Para ResourceLimit, especifique MaxNumberOfTests (o número máximo de testes de 
carga de análise comparativa para um trabalho do Inference Recommender, com um mínimo 
de 1 e máximo de 10) e MaxParallelOfTests (o número máximo de testes de carga de 
análise comparativa paralelas para um trabalho do recomendador de inferência, com um 
mínimo de 1 e um máximo de 10).
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• Para EndpointConfigurations, você pode especificar um dos seguintes:

• O campo InstanceType, no qual você especifica o tipo de instância na qual deseja 
executar seus testes de carga.

• O ServerlessConfig, no qual você especifica seus valores ideais para
MaxConcurrency e MemorySizeInMB para um endpoint com tecnologia sem servidor. 
Para obter mais informações, consulte Documentação de inferência de tecnologia sem 
servidor.

• Um dicionário de condições de interrupção (StoppingConditions), em que, se alguma 
das condições for atendida, a tarefa do recomendador de inferência será interrompida. Neste 
exemplo, especifique os seguintes campos no dicionário:

• Para MaxInvocations, especifique o número máximo de solicitações por minuto esperado 
para o endpoint, com um mínimo de 1 e um máximo de 30.000.

• Para ModelLatencyThresholds, especifique Percentile (o limite do percentil de 
latência do modelo) e ValueInMilliseconds (o valor do percentil de latência do modelo 
em milissegundos).

• (Opcional) Para FlatInvocations, você pode especificar se deseja continuar o teste 
de carga quando a taxa de TPS (invocações por minuto) se estabilizar. Uma taxa de TPS 
reduzida geralmente significa que o endpoint atingiu a capacidade. No entanto, talvez você 
queira continuar monitorando o endpoint em condições de capacidade total. Para continuar 
o teste de carga quando isso acontecer, especifique esse valor como Continue. Caso 
contrário, o valor padrão será Stop.

# Create a low-level SageMaker service client.
import boto3
aws_region=<INSERT>
sagemaker_client=boto3.client('sagemaker', region=aws_region)  
                 
# Provide a name to your recommendation based on load testing
load_test_job_name="<INSERT>"

# Provide the name of the sagemaker instance type
instance_type="<INSERT>"

# Provide the IAM Role that gives SageMaker permission to access AWS services  
role_arn='arn:aws:iam::<account>:role/*'

# Provide your model package ARN that was created when you registered your  
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# model with Model Registry
model_package_arn='arn:aws:sagemaker:<region>:<account>:role/*'

sagemaker_client.create_inference_recommendations_job( 
                        JobName=load_test_job_name, 
                        JobType="Advanced", 
                        RoleArn=role_arn, 
                        InputConfig={ 
                            'ModelPackageVersionArn': model_package_arn, 
                            "JobDurationInSeconds": 7200, 
                            'TrafficPattern' : { 
                                # Replace PHASES with STAIRS to use the stairs 
 traffic pattern 
                                'TrafficType': 'PHASES', 
                                'Phases': [ 
                                    { 
                                        'InitialNumberOfUsers': 1, 
                                        'SpawnRate': 1, 
                                        'DurationInSeconds': 120 
                                    }, 
                                    { 
                                        'InitialNumberOfUsers': 1, 
                                        'SpawnRate': 1, 
                                        'DurationInSeconds': 120 
                                    } 
                                ] 
                                # Uncomment this section and comment out the Phases 
 object above to use the stairs traffic pattern 
                                # 'Stairs' : { 
                                #   'DurationInSeconds': 240, 
                                #   'NumberOfSteps': 2, 
                                #   'UsersPerStep': 2 
                                # } 
                            }, 
                            'ResourceLimit': { 
                                        'MaxNumberOfTests': 10, 
                                        'MaxParallelOfTests': 3 
                                }, 
                            "EndpointConfigurations" : [{ 
                                        'InstanceType': 'ml.c5.xlarge' 
                                    }, 
                                    { 
                                        'InstanceType': 'ml.m5.xlarge' 
                                    }, 
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                                    { 
                                        'InstanceType': 'ml.r5.xlarge' 
                                    }] 
                                    # Uncomment the ServerlessConfig and comment out 
 the InstanceType field if you want recommendations for a serverless endpoint 
                                    # "ServerlessConfig": { 
                                    #     "MaxConcurrency": value,  
                                    #     "MemorySizeInMB": value 
                                    # } 
                        }, 
                        StoppingConditions={ 
                            'MaxInvocations': 1000, 
                            'ModelLatencyThresholds':[{ 
                                'Percentile': 'P95',  
                                'ValueInMilliseconds': 100 
                            }], 
                            # Change 'Stop' to 'Continue' to let the load test 
 continue if invocations flatten  
                            'FlatInvocations': 'Stop' 
                        } 
                )

Consulte o Guia de referência de SageMaker API da Amazon para obter uma 
lista completa dos argumentos opcionais e obrigatórios para os quais você pode 
passarCreateInferenceRecommendationsJob.

AWS CLI

Use a API create-inference-recommendations-job para criar um teste de carga do 
recomendador de inferência. Especifique Advanced para o campo JobType e forneça:

• Um nome do trabalho para seu teste de carga (job-name). O nome da tarefa deve ser 
exclusivo na sua região AWS e na sua conta AWS.

• O Amazon Resource Name (ARN) de uma função do IAM que habilita o recomendador de 
inferência para executar tarefas em seu nome. Defina isso para o campo role-arn.

• Um dicionário de configuração de endpoint (input-config) em que você deve especificar o 
seguinte:

• Para TrafficPattern, especifique as fases ou o padrão de tráfego das escadas. Com o 
padrão de tráfego de fases, novos usuários aparecem a cada minuto na taxa especificada 
por você. Com o padrão de tráfego de escadas, novos usuários aparecem em intervalos 
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cronometrados (ou etapas) a uma taxa especificada por você. Escolha uma das seguintes 
opções:

• Para TrafficType, especifique PHASES. Em seguida, para a matriz Phases, especifique
InitialNumberOfUsers (com quantos usuários simultâneos começar, com um mínimo 
de 1 e máximo de 3), SpawnRate (o número de usuários a serem gerados em um minuto 
para uma fase específica do teste de carga, com um mínimo de 0 e máximo de 3) e
DurationInSeconds (quanto tempo a fase de tráfego deve durar, com um mínimo de 
120 e máximo de 3600).

• Para TrafficType, especifique STAIRS. Em seguida, para a matriz Stairs, especifique
DurationInSeconds (quanto tempo a fase de tráfego deve durar, com um mínimo 
de 120 e máximo de 3600), NumberOfSteps (quantos intervalos são usados durante 
a fase) e UsersPerStep (quantos usuários são adicionados durante cada intervalo). 
Observe que o comprimento de cada etapa é o valor de DurationInSeconds / 
NumberOfSteps. Por exemplo, se seu DurationInSeconds for 600 e você especificar
5 etapas, cada etapa terá 120 segundos de duração.

Note

Um usuário é definido como um ator gerado pelo sistema que é executado em 
um loop e invoca solicitações para um endpoint como parte do recomendador 
de inferência. Para um contêiner XGBoost típico executado em uma instância
ml.c5.large, os endpoints podem atingir 30.000 invocações por minuto (500 tps) 
com apenas 15 a 20 usuários.

• Para ResourceLimit, especifique MaxNumberOfTests (o número máximo de testes de 
carga de análise comparativa para um trabalho do Inference Recommender, com um mínimo 
de 1 e máximo de 10) e MaxParallelOfTests (o número máximo de testes de carga de 
análise comparativa paralelas para um trabalho do recomendador de inferência, com um 
mínimo de 1 e um máximo de 10).

• Para EndpointConfigurations, você pode especificar um dos seguintes:

• O campo InstanceType, no qual você especifica o tipo de instância na qual deseja 
executar seus testes de carga.

• O ServerlessConfig, no qual você especifica seus valores ideais para
MaxConcurrency e MemorySizeInMB para um endpoint com tecnologia sem servidor.
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• Um dicionário de condições de interrupção (stopping-conditions), em que, se alguma 
das condições for atendida, a tarefa do recomendador de inferência será interrompida. Neste 
exemplo, especifique os seguintes campos no dicionário:

• Para MaxInvocations, especifique o número máximo de solicitações por minuto esperado 
para o endpoint, com um mínimo de 1 e um máximo de 30.000.

• Para ModelLatencyThresholds, especifique Percentile (o limite do percentil de 
latência do modelo) e ValueInMilliseconds (o valor do percentil de latência do modelo 
em milissegundos).

• (Opcional) Para FlatInvocations, você pode especificar se deseja continuar o teste 
de carga quando a taxa de TPS (invocações por minuto) se estabilizar. Uma taxa de TPS 
reduzida geralmente significa que o endpoint atingiu a capacidade. No entanto, talvez você 
queira continuar monitorando o endpoint em condições de capacidade total. Para continuar 
o teste de carga quando isso acontecer, especifique esse valor como Continue. Caso 
contrário, o valor padrão será Stop.

aws sagemaker create-inference-recommendations-job\ 
    --region <region>\ 
    --job-name <job-name>\ 
    --job-type ADVANCED\ 
    --role-arn arn:aws:iam::<account>:role/*\ 
    --input-config \"{ 
        \"ModelPackageVersionArn\": \"arn:aws:sagemaker:<region>:<account>:role/*\", 
        \"JobDurationInSeconds\": 7200,                                 
        \"TrafficPattern\" : { 
                # Replace PHASES with STAIRS to use the stairs traffic pattern 
                \"TrafficType\": \"PHASES\", 
                \"Phases\": [ 
                    { 
                        \"InitialNumberOfUsers\": 1, 
                        \"SpawnRate\": 60, 
                        \"DurationInSeconds\": 300 
                    } 
                ] 
                # Uncomment this section and comment out the Phases object above to 
 use the stairs traffic pattern 
                # 'Stairs' : { 
                #   'DurationInSeconds': 240, 
                #   'NumberOfSteps': 2, 
                #   'UsersPerStep': 2 
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                # } 
            }, 
            \"ResourceLimit\": { 
                \"MaxNumberOfTests\": 10, 
                \"MaxParallelOfTests\": 3 
            }, 
            \"EndpointConfigurations\" : [ 
                { 
                    \"InstanceType\": \"ml.c5.xlarge\" 
                }, 
                { 
                    \"InstanceType\": \"ml.m5.xlarge\" 
                }, 
                { 
                    \"InstanceType\": \"ml.r5.xlarge\" 
                } 
                # Use the ServerlessConfig and leave out the InstanceType fields if 
 you want recommendations for a serverless endpoint 
                # \"ServerlessConfig\": { 
                #     \"MaxConcurrency\": value,  
                #     \"MemorySizeInMB\": value 
                # } 
            ] 
        }\" 
    --stopping-conditions \"{ 
        \"MaxInvocations\": 1000, 
        \"ModelLatencyThresholds\":[ 
                { 
                    \"Percentile\": \"P95\",  
                    \"ValueInMilliseconds\": 100 
                } 
        ], 
        # Change 'Stop' to 'Continue' to let the load test continue if invocations 
 flatten  
        \"FlatInvocations\": \"Stop\" 
    }\"

Amazon SageMaker Studio Classic

Crie um teste de carga com o Studio Classic.

1. Em seu aplicativo Studio Classic, escolha o ícone inicial 

( ).
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2. Na barra lateral esquerda do Studio Classic, escolha Implantações.

3. Escolha Recomendador de inferência na lista suspensa.

4. Escolha Criar trabalho do recomendador de inferência. Uma nova guia intitulada Criar 
trabalho do recomendador de inferência é aberta.

5. Selecione o nome do seu grupo de modelos no campo da lista suspensa Grupo de modelos. 
A lista inclui todos os grupos de modelos registrados no registro de modelos em sua conta, 
incluindo modelos registrados fora do Studio Classic.

6. Selecione uma versão do modelo no campo suspenso Versão do modelo.

7. Escolha Continuar.

8. Forneça um nome para o trabalho no campo Nome.

9. (Opcional) Forneça uma descrição do seu trabalho no campo Descrição.

10. Escolha uma função do IAM que conceda permissão do recomendador de inferência para 
acessar os serviços do AWS. Você pode criar uma função e anexar a política gerenciada
AmazonSageMakerFullAccess do IAM para fazer isso ou deixar que o Studio Classic crie 
uma função para você.

11. Escolha Condições de interrupção para expandir os campos de entrada disponíveis. Forneça 
um conjunto de condições para interromper uma recomendação de implantação.

a. Especifique o número máximo de solicitações por minuto esperado para o endpoint no 
campo Máximo de invocações por minuto.

b. Especifique o limite de latência do modelo em microssegundos no campo Limite de
latência do modelo. O limite de latência do modelo descreve o intervalo de tempo gasto 
por um modelo para responder, conforme visualizado pelo recomendador de inferência. 
Esse intervalo inclui o tempo de comunicação local necessário para enviar a solicitação 
e buscar a resposta de um modelo, bem como o tempo gasto para concluir a inferência 
no contêiner.

12. Escolha Padrão de tráfego para expandir os campos de entrada disponíveis.

a. Defina o número inicial de usuários virtuais especificando um número inteiro no campo
Número inicial de usuários.

b. Forneça um número inteiro para o campo Taxa de geração. A taxa de geração define o 
número de usuários criados por segundo.

c. Defina a duração da fase em segundos especificando um número inteiro no campo
Duração.
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d. (Opcional) Adicione padrões de tráfego adicionais. Para fazer isso, escolha Adicionar.

13. Escolha a configuração Adicional para revelar o campo Duração máxima do teste. 
Especifique, em segundos, o tempo máximo que um teste pode levar durante um trabalho. 
Novos trabalhos não são programados após a duração definida. Isso ajuda a garantir que os 
trabalhos em andamento não sejam interrompidos e que você visualize somente os trabalhos 
concluídos.

14. Escolha Continuar.

15. Escolha Selecionar instâncias.

16. No campo Instâncias para avaliação comparativa, escolha Adicionar instâncias para testar. 
Selecione até 10 instâncias para o recomendador de inferência usar para testes de carga.

17. Escolha Configurações adicionais.

a. Forneça um número inteiro que defina um limite superior para o número de testes que 
um trabalho pode fazer para o campo Número máximo de testes. Observe que cada 
configuração de endpoint resulta em um novo teste de carga.

b. Forneça um número inteiro para o campo de teste Paralelo máximo. Essa configuração 
define um limite superior no número de testes de carga que podem ser executados 
paralelamente.

18. Selecione Enviar.

O teste de carga pode demorar até 2 horas.

Warning

Não feche essa guia. Se você fechar essa guia, cancelará o trabalho de teste de 
carga do recomendador de inferência.

SageMaker console

Crie um teste de carga personalizado por meio do SageMaker console fazendo o seguinte:

1. Acesse o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Inferência e, em seguida, escolha
Recomendador de inferência.

3. Na página de trabalhos recomendados de inferência, escolha Criar trabalho.
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4. Na Etapa 1: configuração do modelo, faça o seguinte:

a. Em Tipo de trabalho, escolha Trabalho de recomendação padrão.

b. Se você estiver usando um modelo registrado no registro de SageMaker modelos, ative 
a opção Escolher um modelo no registro de modelos e faça o seguinte:

i. Na lista suspensa Grupo de modelos, escolha o grupo de modelos no registro de 
SageMaker modelos em que seu modelo está.

ii. Na lista suspensa Versão do modelo, escolha a versão desejada do seu modelo.

c. Se você estiver usando um modelo criado em SageMaker, desative a opção Escolher 
um modelo no registro de modelos e faça o seguinte:

• No campo Nome do modelo, insira o nome do seu SageMaker modelo.

d. Em Função do IAM, você pode selecionar uma função do IAM AWS existente que tenha 
as permissões necessárias para criar um trabalho de recomendação de instância. Como 
alternativa, se você não tiver uma função existente, poderá escolher Criar uma nova 
função para abrir o pop-up de criação da função e SageMaker adicionar as permissões 
necessárias à nova função que você criar.

e. Para o bucket do S3 para análise comparativa de carga útil, insira o caminho do Amazon 
S3 para seu arquivo de carga útil de amostra, que deve conter arquivos de carga útil 
de amostra que o recomendador de inferência usa para comparar seu modelo em 
diferentes tipos de instância.

f. Em Tipo de conteúdo da carga, insira os tipos de MIME para seus dados de carga útil.

g. Em Padrão de tráfego, configure as fases para o teste de carga fazendo o seguinte:

i. Em Número inicial de usuários, especifique com quantos usuários simultâneos você 
deseja começar (com um mínimo de 1 e um máximo de 3).

ii. Em Taxa de geração, especifique o número de usuários a serem gerados em um 
minuto para a fase (com um mínimo de 0 e um máximo de 3).

iii. Em Duração (segundos), especifique o quão baixa a fase de tráfego deve ser em 
segundos (com um mínimo de 120 e um máximo de 3600).

h. (Opcional) Se você desativou a opção Escolher um modelo no registro do modelo e 
especificou um SageMaker modelo, em Configuração do contêiner, faça o seguinte:
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i. Na lista suspensa Domínio, selecione o domínio de machine learning do modelo, 
como visão computacional, processamento de linguagem natural ou aprendizado de 
máquina.

ii. Na lista suspensa Estrutura, selecione a estrutura do seu contêiner, como 
TensorFlow ou XGBoost.

iii. Em Versão de framework, insira a versão da estrutura da sua imagem de contêiner.

iv. Na lista suspensa Nome do modelo mais próximo, selecione o modelo pré-treinado 
que mais se aproxima do seu.

v. Na lista suspensa Tarefa, selecione a tarefa de machine learning que o modelo 
realiza, como classificação ou regressão de imagens.

i. (Opcional) Para compilação de modelos usando SageMaker o Neo, você pode 
configurar o trabalho de recomendação para um modelo que você compilou usando 
SageMaker o Neo. Em Configuração de entrada de dados, insira a forma correta 
dos dados de entrada para seu modelo em um formato semelhante a {'input':
[1,1024,1024,3]}.

j. Escolha Próximo.

5. Para a Etapa 2: instâncias e parâmetros de ambiente, faça o seguinte:

a. Em Selecionar instâncias para análise comparativa, você pode selecionar até 8 tipos de 
instância que deseja comparar.

b. (Opcional) Em Intervalos de parâmetros de ambiente, você pode especificar parâmetros 
de ambiente que ajudem a otimizar seu modelo. Especifique os parâmetros como pares 
de Chave e Valor.

c. Escolha Próximo.

6. Para a Etapa 3: parâmetros de trabalho, faça o seguinte:

a. (Opcional) No campo Nome do trabalho, insira um nome para seu trabalho de 
recomendação de instância. Ao criar o trabalho, SageMaker anexa um carimbo de data/
hora ao final desse nome.

b. (Opcional) No campo Descrição do trabalho, insira uma descrição para o trabalho.

c. (Opcional) Na lista suspensa Chave de criptografia, escolha uma AWS KMS chave por 
nome ou insira seu ARN para criptografar seus dados.

d. (Opcional) Em Número máximo de testes, insira o número de testes que você deseja 
executar durante o trabalho de recomendação.
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e. (Opcional) Em Máximo de testes paralelos, insira o número máximo de testes paralelos 
que você deseja executar durante o trabalho de recomendação.

f. Em Duração máxima do teste (s), insira o número máximo de segundos que você deseja 
que cada teste seja executado.

g. Em Máximo de invocações por minuto, insira o número máximo de solicitações por 
minuto que o endpoint pode alcançar antes de interromper o trabalho de recomendação. 
Depois de atingir esse limite, SageMaker termina o trabalho.

h. Em Limite de latência do modelo P99 (ms), insira o percentil de latência do modelo em 
milissegundos.

i. Escolha Próximo.

7. Para a Etapa 4: revisar o trabalho, revise suas configurações e escolha Enviar.

Obter os resultados do seu teste de carga

Você pode coletar métricas programaticamente em todos os testes de carga depois que os testes 
de carga forem concluídos com AWS SDK for Python (Boto3) o AWS CLI Studio Classic ou o 
SageMaker console.

AWS SDK for Python (Boto3)

Colete métricas com a API DescribeInferenceRecommendationsJob. Especifique o nome 
do trabalho do teste de carga para o campoJobName:

load_test_response = sagemaker_client.describe_inference_recommendations_job( 
                                                        JobName=load_test_job_name 
                                                        )

Imprima o objeto de resposta.

load_test_response['Status']

Isso retorna uma resposta JSON semelhante ao exemplo a seguir. Observe que este exemplo 
mostra os tipos de instância recomendados para inferência em tempo real (para ver um exemplo 
mostrando recomendações de inferência sem servidor, veja o exemplo após este).

{ 
    'JobName': 'job-name',  
    'JobDescription': 'job-description',  
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    'JobType': 'Advanced',  
    'JobArn': 'arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id',  
    'Status': 'COMPLETED',  
    'CreationTime': datetime.datetime(2021, 10, 26, 19, 38, 30, 957000, 
 tzinfo=tzlocal()),  
    'LastModifiedTime': datetime.datetime(2021, 10, 26, 19, 46, 31, 399000, 
 tzinfo=tzlocal()),  
    'InputConfig': { 
        'ModelPackageVersionArn': 'arn:aws:sagemaker:region:account-id:model-
package/resource-id',  
        'JobDurationInSeconds': 7200,  
        'TrafficPattern': { 
            'TrafficType': 'PHASES' 
            },  
        'ResourceLimit': { 
            'MaxNumberOfTests': 100,  
            'MaxParallelOfTests': 100 
            },  
        'EndpointConfigurations': [{ 
            'InstanceType': 'ml.c5d.xlarge' 
            }] 
        },  
    'StoppingConditions': { 
        'MaxInvocations': 1000,  
        'ModelLatencyThresholds': [{ 
            'Percentile': 'P95',  
            'ValueInMilliseconds': 100} 
            ]},  
    'InferenceRecommendations': [{ 
        'Metrics': { 
            'CostPerHour': 0.6899999976158142,  
            'CostPerInference': 1.0332434612791985e-05,  
            'MaximumInvocations': 1113,  
            'ModelLatency': 100000 
            },  
    'EndpointConfiguration': { 
        'EndpointName': 'endpoint-name',  
        'VariantName': 'variant-name',  
        'InstanceType': 'ml.c5d.xlarge',  
        'InitialInstanceCount': 3 
        },  
    'ModelConfiguration': { 
        'Compiled': False,  
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        'EnvironmentParameters': [] 
        } 
    }],  
    'ResponseMetadata': { 
        'RequestId': 'request-id',  
        'HTTPStatusCode': 200,  
        'HTTPHeaders': { 
            'x-amzn-requestid': 'x-amzn-requestid',  
            'content-type': 'content-type',  
            'content-length': '1199',  
            'date': 'Tue, 26 Oct 2021 19:57:42 GMT' 
            },  
        'RetryAttempts': 0} 
    }

As primeiras linhas fornecem informações sobre o próprio trabalho de teste de carga. Isso inclui o 
nome do trabalho, o ARN do perfil, o horário de criação e exclusão.

O dicionário InferenceRecommendations contém uma lista de recomendações de inferência 
do recomendador de inferência.

O dicionário EndpointConfiguration aninhado contém a recomendação do tipo de instância 
(InstanceType) junto com o nomeo do endpoint e da variante (um modelo de machine learning 
do AWS implantado) usado durante o trabalho de recomendação. Você pode usar o nome do 
endpoint e da variante para monitoramento no Amazon CloudWatch Events. Consulte Monitore a 
Amazon SageMaker com a Amazon CloudWatch para obter mais informações.

O dicionário EndpointConfiguration aninhado também contém a recomendação 
de contagem de instâncias (InitialInstanceCount). Esse é o número de instâncias 
que você deve provisionar no endpoint para atender ao MaxInvocations especificado 
no StoppingConditions. Por exemplo, se InstanceType for ml.m5.large e
InitialInstanceCount for 2, você deverá provisionar 2 instâncias ml.m5.large para 
seu endpoint para que ele possa lidar com o TPS especificado na condição de interrupção
MaxInvocations.

O dicionário Metrics aninhado contém informações sobre o custo estimado por hora 
(CostPerHour) para seu endpoint em tempo real em dólares americanos, o custo estimado 
por inferência (CostPerInference) para seu endpoint em tempo real, o número máximo de
InvokeEndpoint solicitações enviadas ao endpoint e a latência do modelo (ModelLatency), 
que é o intervalo de tempo (em microssegundos) que seu modelo levou para responder. 
SageMaker A latência do modelo inclui os tempos de comunicação local necessários para enviar 
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a solicitação e obter a resposta do contêiner do modelo, bem como o tempo necessário para 
concluir a inferência dentro do contêiner.

O exemplo a seguir mostra a InferenceRecommendations parte da resposta de um trabalho 
de recomendações de inferência configurado para retornar recomendações de inferência com 
tecnologia sem servidor:

"InferenceRecommendations": [  
      {  
         "EndpointConfiguration": {  
            "EndpointName": "value", 
            "InitialInstanceCount": value, 
            "InstanceType": "value", 
            "VariantName": "value", 
            "ServerlessConfig": { 
                "MaxConcurrency": value, 
                "MemorySizeInMb": value
            } 
         }, 
         "InvocationEndTime": value, 
         "InvocationStartTime": value, 
         "Metrics": {  
            "CostPerHour": value, 
            "CostPerInference": value, 
            "CpuUtilization": value, 
            "MaxInvocations": value, 
            "MemoryUtilization": value, 
            "ModelLatency": value, 
            "ModelSetupTime": value
         }, 
         "ModelConfiguration": {  
            "Compiled": "False", 
            "EnvironmentParameters": [], 
            "InferenceSpecificationName": "value" 
         }, 
         "RecommendationId": "value" 
      } 
   ]

Você pode interpretar as recomendações para inferência serverless de maneira semelhante aos 
resultados para inferência em tempo real, com a exceção do ServerlessConfig, que indica 
as métricas retornadas para um endpoint com tecnologia sem servidor com o MaxConcurrency
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fornecido e quando o MemorySizeInMB ocorre. As recomendações serverless também 
medem a métrica ModelSetupTime, que avalia (em microssegundos) o tempo que leva para 
iniciar os recursos computacionais em um endpoint com tecnologia sem servidor. Para obter 
mais informações sobre como configurar endpoints com technologia sem servidor, consulte
Documentação de inferência de tecnologia sem servidor.

AWS CLI

Colete métricas com a API describe-inference-recommendations-job. Especifique o 
nome do trabalho do teste de carga para a sinalização job-name:

aws sagemaker describe-inference-recommendations-job --job-name <job-name>

Isso retorna uma resposta semelhante ao seguinte. Observe que este exemplo mostra os tipos 
de instância recomendados para inferência em tempo real (para ver um exemplo mostrando 
recomendações de inferência sem servidor, veja o exemplo após este).

{ 
    'JobName': 'job-name',  
    'JobDescription': 'job-description',  
    'JobType': 'Advanced',  
    'JobArn': 'arn:aws:sagemaker:region:account-id:inference-recommendations-
job/resource-id',  
    'Status': 'COMPLETED',  
    'CreationTime': datetime.datetime(2021, 10, 26, 19, 38, 30, 957000, 
 tzinfo=tzlocal()),  
    'LastModifiedTime': datetime.datetime(2021, 10, 26, 19, 46, 31, 399000, 
 tzinfo=tzlocal()),  
    'InputConfig': { 
        'ModelPackageVersionArn': 'arn:aws:sagemaker:region:account-id:model-
package/resource-id',  
        'JobDurationInSeconds': 7200,  
        'TrafficPattern': { 
            'TrafficType': 'PHASES' 
            },  
        'ResourceLimit': { 
            'MaxNumberOfTests': 100,  
            'MaxParallelOfTests': 100 
            },  
        'EndpointConfigurations': [{ 
            'InstanceType': 'ml.c5d.xlarge' 
            }] 
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        },  
    'StoppingConditions': { 
        'MaxInvocations': 1000,  
        'ModelLatencyThresholds': [{ 
            'Percentile': 'P95',  
            'ValueInMilliseconds': 100 
            }] 
        },  
    'InferenceRecommendations': [{ 
        'Metrics': { 
        'CostPerHour': 0.6899999976158142,  
        'CostPerInference': 1.0332434612791985e-05,  
        'MaximumInvocations': 1113,  
        'ModelLatency': 100000 
        },  
        'EndpointConfiguration': { 
            'EndpointName': 'endpoint-name',  
            'VariantName': 'variant-name',  
            'InstanceType': 'ml.c5d.xlarge',  
            'InitialInstanceCount': 3 
            },  
        'ModelConfiguration': { 
            'Compiled': False,  
            'EnvironmentParameters': [] 
            } 
        }],  
    'ResponseMetadata': { 
        'RequestId': 'request-id',  
        'HTTPStatusCode': 200,  
        'HTTPHeaders': { 
            'x-amzn-requestid': 'x-amzn-requestid',  
            'content-type': 'content-type',  
            'content-length': '1199',  
            'date': 'Tue, 26 Oct 2021 19:57:42 GMT' 
            },  
        'RetryAttempts': 0 
        } 
    }

As primeiras linhas fornecem informações sobre o próprio trabalho de teste de carga. Isso inclui o 
nome do trabalho, o ARN do perfil, o horário de criação e exclusão.
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O dicionário InferenceRecommendations contém uma lista de recomendações de inferência 
do recomendador de inferência.

O dicionário EndpointConfiguration aninhado contém a recomendação do tipo de instância 
(InstanceType) junto com o nomeo do endpoint e da variante (um modelo de machine learning 
do AWS implantado) usado durante o trabalho de recomendação. Você pode usar o nome do 
endpoint e da variante para monitoramento no Amazon CloudWatch Events. Consulte Monitore a 
Amazon SageMaker com a Amazon CloudWatch para obter mais informações.

O dicionário Metrics aninhado contém informações sobre o custo estimado por hora 
(CostPerHour) para seu endpoint em tempo real em dólares americanos, o custo estimado 
por inferência (CostPerInference) para seu endpoint em tempo real, o número máximo de
InvokeEndpoint solicitações enviadas ao endpoint e a latência do modelo (ModelLatency), 
que é o intervalo de tempo (em microssegundos) que seu modelo levou para responder. 
SageMaker A latência do modelo inclui os tempos de comunicação local necessários para enviar 
a solicitação e obter a resposta do contêiner do modelo, bem como o tempo necessário para 
concluir a inferência dentro do contêiner.

O exemplo a seguir mostra a InferenceRecommendations parte da resposta de um trabalho 
de recomendações de inferência configurado para retornar recomendações de inferência com 
tecnologia sem servidor:

"InferenceRecommendations": [  
      {  
         "EndpointConfiguration": {  
            "EndpointName": "value", 
            "InitialInstanceCount": value, 
            "InstanceType": "value", 
            "VariantName": "value", 
            "ServerlessConfig": { 
                "MaxConcurrency": value, 
                "MemorySizeInMb": value
            } 
         }, 
         "InvocationEndTime": value, 
         "InvocationStartTime": value, 
         "Metrics": {  
            "CostPerHour": value, 
            "CostPerInference": value, 
            "CpuUtilization": value, 
            "MaxInvocations": value, 
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            "MemoryUtilization": value, 
            "ModelLatency": value, 
            "ModelSetupTime": value
         }, 
         "ModelConfiguration": {  
            "Compiled": "False", 
            "EnvironmentParameters": [], 
            "InferenceSpecificationName": "value" 
         }, 
         "RecommendationId": "value" 
      } 
   ]

Você pode interpretar as recomendações para inferência serverless de maneira semelhante aos 
resultados para inferência em tempo real, com a exceção do ServerlessConfig, que indica 
as métricas retornadas para um endpoint com tecnologia sem servidor com o MaxConcurrency
fornecido e quando o MemorySizeInMB ocorre. As recomendações serverless também 
medem a métrica ModelSetupTime, que avalia (em microssegundos) o tempo que leva para 
iniciar os recursos computacionais em um endpoint com tecnologia sem servidor. Para obter 
mais informações sobre como configurar endpoints com technologia sem servidor, consulte
Documentação de inferência de tecnologia sem servidor.

Amazon SageMaker Studio Classic

As recomendações são preenchidas em uma nova guia chamada Recomendações de inferência
no Studio Classic. Pode demorar até 2 horas para que os resultados apareçam. Essa guia 
contém as colunas Resultados e Detalhes.

A coluna Detalhes fornece informações sobre o trabalho de teste de carga, como o nome dado ao 
trabalho de teste de carga, quando o trabalho foi criado (Hora de criação) e muito mais. Também 
contém informações de Configurações, como o número máximo de invocações que ocorreram 
por minuto e informações sobre os nomes de recursos da Amazon usados.

A coluna Resultados fornece janelas de metas e SageMakerrecomendações de implantação nas 
quais você pode ajustar a ordem em que os resultados são exibidos com base na importância da 
implantação. Existem três menus suspensos nos quais você pode fornecer o nível de importância 
do Custo, Latência e Taxa de transferência para o seu caso de uso. Para cada meta (custo, 
latência e taxa de transferência), você pode definir o nível de importância: menor importância,
baixa importância, importância moderada, alta importância ou maior importância.
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Com base em suas seleções de importância para cada meta, o Inference Recommender exibe 
sua recomendação principal no campo de SageMakerrecomendação à direita do painel, junto 
com o custo estimado por hora e a solicitação de inferência. Também fornece informações sobre 
a latência esperada do modelo, o número máximo de invocações e a número de instâncias.

Além da recomendação principal exibida, você também pode ver as mesmas informações 
exibidas para todas as instâncias que o recomendador de inferência testou na seção Todas as 
execuções.

SageMaker console

Você pode ver os resultados do seu trabalho de teste de carga personalizado no SageMaker 
console fazendo o seguinte:

1. Acesse o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Inferência e, em seguida, escolha
Recomendador de inferência.

3. Na página de trabalhos do recomendador de inferência, escolha o nome do seu trabalho de 
recomendação de inferência.

Na página de detalhes do seu trabalho, você pode ver as recomendações de inferência, que são 
os tipos de instância SageMaker recomendados para seu modelo, conforme mostrado na captura 
de tela a seguir.

Nesta seção, você pode comparar os tipos de instância por vários fatores, como latência do 
modelo, custo por hora, custo por inferência e invocações por minuto.

Nessa página, você também pode visualizar as configurações especificadas para seu trabalho. 
Na seção Monitor, você pode ver as CloudWatch métricas da Amazon que foram registradas 
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para cada tipo de instância. Para saber mais sobre como interpretar essas métricas, consulte
Interpretar resultados.

Interromper seu teste de carga

Talvez você queira interromper um trabalho em execução no momento se você iniciou um trabalho 
por engano ou se não precisar mais executá-lo. Interrompa seus trabalhos de teste de carga 
programaticamente com a StopInferenceRecommendationsJob API ou por meio do Studio 
Classic ou do SageMaker console.

AWS SDK for Python (Boto3)

Especifique o nome do trabalho do teste de carga para o campoJobName:

sagemaker_client.stop_inference_recommendations_job( 
                                    JobName='<INSERT>'
                                    )

AWS CLI

Especifique o nome do trabalho do teste de carga para a sinalização job-name:

aws sagemaker stop-inference-recommendations-job --job-name <job-name>

Amazon SageMaker Studio Classic

Feche a guia em que você iniciou seu trabalho de carregamento personalizado para interromper 
o teste de carga do recomendador de inferência.

SageMaker console

Para interromper seu trabalho de teste de carga por meio do SageMaker console, faça o 
seguinte:

1. Acesse o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Inferência e, em seguida, escolha
Recomendador de inferência.

3. Na página de trabalhos do recomendador de inferência, selecione seu trabalho de teste de 
carga.

4. Escolha Parar execução.
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5. Na caixa de diálogo exibida, escolha Confirmar.

Depois de interromper sua tarefa, o status da tarefa deve mudar para Interrompendo.

Solucionar erros do recomendador de inferência

Esta seção contém informações sobre como entender e evitar erros comuns, as mensagens de erro 
que eles geram e orientações sobre como resolver esses erros.

Como solucionar problemas

Você pode tentar resolver seu erro seguindo as seguintes etapas:

• Verifique se você atendeu a todos os pré-requisitos para usar o recomendador de inferência. 
Consulte os pré-requisitos do Recomendador de inferência.

• Verifique se você consegue implantar seu modelo do Registro do modelo em um endpoint e se ele 
pode processar suas cargas sem erros. Consulte Implantar um modelo a partir do registro.

• Ao iniciar um trabalho do Inference Recommender, você deve ver os endpoints sendo criados no 
console e pode revisar os registros. CloudWatch

Erros comuns

Revise a tabela a seguir para ver os erros comuns do recomendador de inferência e suas soluções.

Erro Solução

Especifique Domain na versão do Pacote de 
modelos 1. Domain é um parâmetro obrigatório 
para o trabalho.

Certifique-se de fornecer o domínio ML ou
OTHER, se desconhecido.

A função ARN fornecida não pode ser 
assumida e ocorreu um erro AWSSecuri 
tyTokenServiceException .

Certifique-se de que a função de execução 
fornecida tenha as permissões necessárias 
especificadas nos pré-requisitos.

Especifique Framework  na versão do Pacote 
de modelos 1. Framework  é um parâmetro 
obrigatório para o trabalho.

Certifique-se de fornecer o ML framework ou
OTHER, se desconhecido.
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Erro Solução

Os usuários no final da fase anterior são 0, 
enquanto os usuários iniciais da fase atual são 
1.

Usuários aqui se referem a usuários virtuais ou 
threads usados para enviar solicitações. Cada 
fase começa com A usuários e termina com B 
usuários, onde B > A. Entre fases sequenciais, 
x_1 e x_2, exigimos que abs(x_2.A - x_1.B) <= 
3 e >= 0.

A duração total do tráfego (transversal) não 
deve ser maior que a duração do trabalho.

A duração total de todas as suas fases não 
pode exceder a duração do trabalho.

O tipo de instância intermitente ml.t2.medium 
não é permitido.

O recomendador de inferência não oferece 
suporte a testes de carga na família de 
instâncias t2 porque instâncias com capacidad 
e de intermitência não fornecem performance 
consistente.

ResourceLimitExceeded ao chamar a 
CreateEndpoint operação

Você excedeu o limite de SageMaker recursos. 
Por exemplo, o recomendador de inferência 
pode não conseguir provisionar endpoints para 
avaliação comparativa se a conta tiver atingido 
a cota de endpoints. Para obter mais informaçõ 
es sobre SageMaker limites e cotas, consulte 
SageMaker endpoints e cotas da Amazon.

ModelError ao chamar a InvokeEndpoint 
operação

Um erro de modelo pode acontecer por um dos 
seguintes motivos.

• A invocação atingiu o tempo limite enquanto 
aguardava uma resposta do contêiner do 
modelo.

• O modelo não pôde processar a carga de 
entrada.
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Erro Solução

PayloadError ao chamar a InvokeEndpoint 
operação

Um erro de carga útil pode acontecer por um 
dos seguintes motivos.

• A fonte da carga útil não está no bucket do 
Amazon S3.

• A carga útil está em um formato de objeto 
que não é de arquivo.

• A carga útil está em um tipo de arquivo 
inválido. Por exemplo, um modelo espera 
uma carga útil do tipo imagem, mas recebe 
um arquivo de texto.

• A carga útil está vazia.

Verifique CloudWatch

Ao iniciar um trabalho do recomendador de inferência, você deve ver os endpoints sendo criados no 
console. Selecione um dos endpoints e visualize os CloudWatch registros para monitorar quaisquer 
erros 4xx/5xx. Se você tiver um trabalho bem-sucedido de recomendador de inferência, poderá 
ver os nomes dos endpoints como parte dos resultados. Mesmo que seu trabalho do Inference 
Recommender não tenha êxito, você ainda pode verificar os CloudWatch registros dos endpoints 
excluídos seguindo as etapas abaixo:

1. Abra o CloudWatch console da Amazon em https://console.aws.amazon.com/cloudwatch/.

2. Selecione a região na qual você criou a tarefa recomendador de inferência na lista suspensa
Região no canto superior direito.

3. No painel de navegação do CloudWatch, escolha Registros e, em seguida, selecione Grupos de 
registros.

4. Pesquise o grupo de logs chamado /aws/sagemaker/Endpoints/sm-epc-*. Selecione o 
grupo de logs com base em seu trabalho mais recente do recomendador de inferência.

Você também pode solucionar problemas do seu trabalho verificando os registros do Inference 
CloudWatch Recommender. Os registros do Inference Recommender, que são publicados no grupo 
de /aws/sagemaker/InferenceRecommendationsJobs CloudWatch registros, oferecem uma 
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visão de alto nível do progresso do trabalho no fluxo de <jobName>/execution registros. Você 
pode encontrar informações detalhadas sobre cada uma das configurações de endpoint que estão 
sendo testadas no fluxo de logs do <jobName>/Endpoint/<endpointName>.

Visão geral dos fluxos de log do recomendador de inferência

• <jobName>/executioncontém informações gerais do trabalho, como configurações de endpoint 
programadas para análise comparativa, motivo do salto do trabalho de compilação e motivo da 
falha de validação.

• <jobName>/Endpoint/<endpointName> contém informações como progresso da criação do 
recurso, configuração do teste, motivo da interrupção do teste de carga e status da limpeza do 
recurso.

• <jobName>/CompilationJob/<compilationJobName>contém informações sobre trabalhos 
de compilação criados pelo recomendador de inferência, como a configuração do trabalho de 
compilação e o status do trabalho de compilação.

Crie um alarme para mensagens de erro do recomendador de inferência

O recomendador de inferência gera instruções de log para erros que podem ser úteis na solução de 
problemas. Com um grupo de CloudWatch registros e um filtro métrico, você pode procurar termos 
e padrões nesses dados de registro à medida que os dados são enviados CloudWatch. Em seguida, 
você pode criar um CloudWatch alarme com base no filtro métrico do grupo de registros. Para obter 
mais informações, consulte Criar um CloudWatch alarme com base em um filtro métrico de grupo de 
registros.

Verifique as análises comparativas

Quando você inicia um trabalho do recomendador de inferência, o recomendador de inferência 
cria várias análises comparativas para avaliar a performance do seu modelo em diferentes tipos de 
instância. Você pode usar a ListInferenceRecommendationsJobStepsAPI para ver os detalhes de 
todos os benchmarks. Se você tiver uma análise comparativa que falhou, poderá ver os motivos da 
falha como parte dos resultados.

Para usar a ListInferenceRecommendationsJobStepsAPI, forneça os seguintes valores:

• Para JobName, forneça o nome do trabalho do recomendador de inferência.

• ParaStepType, use BENCHMARK para retornar detalhes sobre as análises comparativas do 
trabalho.
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• ParaStatus, use FAILED para retornar detalhes sobre as análises comparativas do 
trabalho. Para ver uma lista dos outros tipos de status, consulte o Status campo na
ListInferenceRecommendationsJobStepsAPI.

# Create a low-level SageMaker service client.
import boto3
aws_region = '<region>'
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)  

# Provide the job name for the SageMaker Inference Recommender job
job_name = '<job-name>'

# Filter for benchmarks
step_type = 'BENCHMARK'  

# Filter for benchmarks that have a FAILED status
status = 'FAILED'

response = sagemaker_client.list_inference_recommendations_job_steps( 
    JobName = job_name, 
    StepType = step_type, 
    Status = status
)

Você pode imprimir o objeto de resposta para visualizar os resultados. O exemplo de código anterior 
armazenou a resposta em uma variável chamada response:

print(response)

Inferência em tempo real

A inferência em tempo real é ideal para cargas de trabalho de inferência em que você tem requisitos 
em tempo real, interativos e de baixa latência. Você pode implantar seu modelo em serviços de 
SageMaker hospedagem e obter um endpoint que pode ser usado para inferência. Esses endpoints 
são totalmente gerenciados e oferecem suporte ao escalonamento automático (consulte Dimensione 
automaticamente os SageMaker modelos da Amazon).

Tópicos

• Implemente modelos para inferência em tempo real
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• Invoque modelos para inferência em tempo real

• Gerencie seus endpoints

• Opções de hospedagem

• Dimensione automaticamente os SageMaker modelos da Amazon

• Hospedar volumes de armazenamento de instâncias

• Valide com segurança os modelos em produção

• Explicabilidade on-line com Clarify SageMaker

Implemente modelos para inferência em tempo real

Há várias opções para implantar um modelo usando serviços de SageMaker hospedagem. Você 
pode implantar interativamente um modelo com o SageMaker Studio. Ou você pode implantar 
programaticamente um modelo usando um AWS SDK, como o SDK do Python ou o SDK SageMaker 
for Python (Boto3). Você também pode implantar usando AWS CLI o.

Antes de começar

Antes de implantar um SageMaker modelo, localize e anote o seguinte:

• O Região da AWS local onde seu bucket do Amazon S3 está localizado

• O caminho do URI do Amazon S3 em que os artefatos do modelo são armazenados

• A função do IAM para SageMaker

• O caminho de registro do URI do Docker Amazon ECR para a imagem personalizada que contém 
o código de inferência ou a estrutura e a versão de uma imagem Docker integrada que é suportada 
e por AWS

Para obter uma lista dos Serviços da AWS disponíveis em cada umRegião da AWS, consulte Mapas 
de regiões e redes de borda. Para obter informações sobre como criar funções do IAM, consulte
Criar funções do IAM.

Important

O bucket do Amazon S3 em que os artefatos do modelo são armazenados deve estar no 
mesmo Região da AWS modelo que você está criando.
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Utilização compartilhada de recursos com vários modelos

Você pode implantar um ou mais modelos em um endpoint com a Amazon SageMaker. Quando 
vários modelos compartilham um endpoint, eles utilizam em conjunto os recursos que estão 
hospedados lá, como instâncias de computação de ML, CPUs e aceleradores. A maneira mais 
flexível de implantar vários modelos em um endpoint é definir cada modelo como um componente de
inferência.

Componentes de inferência

Um componente de inferência é um objeto de SageMaker hospedagem que você pode usar para 
implantar um modelo em um endpoint. Nas configurações do componente de inferência, você 
especifica o modelo, o endpoint e como o modelo utiliza os recursos que o endpoint hospeda. Para 
especificar o modelo, você pode especificar um objeto SageMaker Modelo ou especificar diretamente 
os artefatos e a imagem do modelo.

Nas configurações, você pode otimizar a utilização de recursos adaptando a forma como os núcleos 
de CPU, aceleradores e memória necessários são alocados ao modelo. Você pode implantar vários 
componentes de inferência em um endpoint, onde cada componente de inferência contém um 
modelo e as necessidades de utilização de recursos desse modelo.

Depois de implantar um componente de inferência, você pode invocar diretamente o modelo 
associado ao usar a InvokeEndpoint ação na SageMaker API.

Os componentes de inferência oferecem os seguintes benefícios:

Flexibilidade

O componente de inferência separa os detalhes da hospedagem do modelo do próprio endpoint. 
Isso fornece mais flexibilidade e controle sobre como os modelos são hospedados e servidos 
com um endpoint. Você pode hospedar vários modelos na mesma infraestrutura e adicionar ou 
remover modelos de um endpoint conforme necessário. Você pode atualizar cada modelo de 
forma independente.

Escalabilidade

Você pode especificar quantas cópias de cada modelo hospedar e definir um número mínimo 
de cópias para garantir que o modelo seja carregado na quantidade necessária para atender às 
solicitações. Você pode reduzir a escala de qualquer cópia do componente de inferência para 
zero, o que abre espaço para que outra cópia seja ampliada.
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SageMaker empacota seus modelos como componentes de inferência quando você os implanta 
usando:

• SageMaker Estúdio clássico.

• O SDK do SageMaker Python para implantar um objeto Model (onde você define o tipo de 
endpoint). EndpointType.INFERENCE_COMPONENT_BASED

• O AWS SDK for Python (Boto3) para definir InferenceComponent objetos que você implanta em 
um endpoint.

Implemente modelos com o SageMaker Studio

Conclua as etapas a seguir para criar e implantar seu modelo de forma interativa por meio do 
SageMaker Studio. Para obter mais informações sobre o Studio, consulte a documentação do Studio. 
Para obter mais orientações sobre vários cenários de implantação, consulte o blog Package e 
implante modelos clássicos de ML e LLMs facilmente com a Amazon SageMaker  — Parte 2.

Prepare seus artefatos e permissões

Conclua esta seção antes de criar um modelo no SageMaker Studio.

Você tem duas opções para trazer seus artefatos e criar um modelo no Studio:

1. Você pode trazer um tar.gz arquivo pré-empacotado, que deve incluir os artefatos do modelo, 
qualquer código de inferência personalizado e todas as dependências listadas em um arquivo.
requirements.txt

2. SageMaker pode empacotar seus artefatos para você. Você só precisa trazer os artefatos do 
modelo bruto e quaisquer dependências em um requirements.txt arquivo e SageMaker 
fornecer o código de inferência padrão para você (ou pode substituir o código padrão pelo seu 
próprio código de inferência personalizado). SageMakersuporta essa opção para as seguintes 
estruturas: PyTorch, XGBoost.

Além de trazer seu modelo, sua função AWS Identity and Access Management (IAM) e um contêiner 
Docker (ou estrutura e versão desejadas que SageMaker tenham um contêiner pré-construído), você 
também deve conceder permissões para criar e implantar modelos por meio do SageMaker Studio.

Você deve ter a AmazonSageMakerFullAccesspolítica anexada à sua função do IAM para poder 
acessar SageMaker outros serviços relevantes. Para ver os preços dos tipos de instância no Studio, 
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você também deve anexar a AWSPriceListServiceFullAccesspolítica (ou, se não quiser anexar toda a 
política, mais especificamente, a pricing:GetProducts ação).

Se você optar por fazer o upload dos artefatos do seu modelo ao criar um modelo (ou fazer upload 
de um arquivo de carga útil de amostra para recomendações de inferência), deverá criar um bucket 
do Amazon S3. O nome do bucket deve ser prefixado pela palavraSageMaker. Capitalizações 
alternativas de também SageMaker são aceitáveis: Sagemaker ou. sagemaker

Recomendamos que você use a convenção sagemaker-{Region}-{accountID} de 
nomenclatura do bucket. Esse bucket é usado para armazenar os artefatos que você carrega.

Depois de criar o bucket, anexe a seguinte política de CORS (compartilhamento de recursos de 
origem cruzada) ao bucket:

[ 
    { 
        "AllowedHeaders": ["*"], 
        "ExposeHeaders": ["Etag"], 
        "AllowedMethods": ["PUT", "POST"], 
        "AllowedOrigins": ['https://*.sagemaker.aws'], 
    }
]

Você pode anexar uma política de CORS a um bucket do Amazon S3 usando qualquer um dos 
seguintes métodos:

• Por meio da página Editar compartilhamento de recursos de origem cruzada (CORS) no console 
do Amazon S3

• Usando a API do Amazon S3 PutBucketCors

• Usando o put-bucket-cors AWS CLI comando:

aws s3api put-bucket-cors --bucket="..." --cors-configuration="..."

Crie um modelo implantável

Nesta etapa, você cria uma versão implantável do seu modelo SageMaker fornecendo seus artefatos 
junto com especificações adicionais, como o contêiner e a estrutura desejados, qualquer código de 
inferência personalizado e configurações de rede.

Crie um modelo implantável no SageMaker Studio fazendo o seguinte:
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1. Abra o aplicativo SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.

3. Escolha a guia Modelos implantáveis.

4. Na página Modelos implantáveis, escolha Criar.

5. Na página Criar modelo implantável, no campo Nome do modelo, insira um nome para o 
modelo.

Há várias outras seções para você preencher na página Criar modelo implantável.

A seção de definição de contêiner se parece com a seguinte captura de tela:

Para a seção Definição de contêiner, faça o seguinte:

1. Em Tipo de contêiner, selecione Contêiner pré-construído se quiser usar um contêiner 
SageMaker gerenciado ou selecione Traga seu próprio contêiner se você tiver seu próprio 
contêiner.
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2. Se você selecionou Contêiner pré-construído, selecione a estrutura do contêiner, a versão da 
estrutura e o tipo de hardware que você gostaria de usar.

3. Se você selecionou Traga seu próprio contêiner, insira um caminho do Amazon ECR para o 
caminho do ECR até a imagem do contêiner.

Em seguida, preencha a seção Artefatos, que se parece com a seguinte captura de tela:
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Para a seção Artefatos, faça o seguinte:

1. Se você estiver usando uma das estruturas que SageMaker suportam artefatos de modelo de 
empacotamento (PyTorch ou XGBoost), para Artifacts, você pode escolher a opção Carregar 
artefatos. Com essa opção, você pode simplesmente especificar seus artefatos de modelo bruto, 
qualquer código de inferência personalizado que você tenha e seu arquivo requirements.txt, 
além de lidar com o SageMaker empacotamento do arquivo para você. Faça o seguinte:

a. Em Artefatos, selecione Carregar artefatos para continuar fornecendo seus arquivos. Caso 
contrário, se você já tiver um tar.gz arquivo que contém seus arquivos de modelo, código 
de inferência e requirements.txt arquivo, selecione Entrar URI do S3 para artefatos 
pré-empacotados.

b. Se você optar por fazer o upload de seus artefatos, então, para o bucket do S3, insira o 
caminho do Amazon S3 até um bucket onde você SageMaker gostaria de armazenar seus 
artefatos depois de empacotá-los para você. Em seguida, conclua as etapas a seguir.

c. Para Carregar artefatos do modelo, carregue seus arquivos de modelo.

d. Para Código de inferência, selecione Usar código de inferência padrão se quiser usar o 
código padrão que SageMaker forneça inferência de veiculação. Caso contrário, selecione
Carregar código de inferência personalizado para usar seu próprio código de inferência.

e. Para Carregar requirements.txt, faça upload de um arquivo de texto que liste todas as 
dependências que você deseja instalar em tempo de execução.

2. Se você não estiver usando uma estrutura SageMaker compatível com o empacotamento 
de artefatos do modelo, o Studio mostra a opção de artefatos pré-empacotados e você deve 
fornecer todos os artefatos já empacotados como um arquivo. tar.gz Faça o seguinte:

a. Para artefatos pré-empacotados, selecione Input S3 URI para artefatos de modelo pré-
empacotados se você já tar.gz tiver carregado seu arquivo para o Amazon S3. Selecione
Carregar artefatos de modelo pré-empacotados se quiser fazer o upload direto do seu 
arquivo para. SageMaker

b. Se você selecionou Entrar URI do S3 para artefatos de modelo pré-empacotados, insira 
o caminho do Amazon S3 até seu arquivo para o URI do S3. Caso contrário, selecione e 
carregue o arquivo da sua máquina local.

A próxima seção é Segurança, que se parece com a seguinte captura de tela:
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Para a seção Segurança, faça o seguinte:

1. Para a função do IAM, insira o ARN de uma função do IAM.

2. (Opcional) Para a Virtual Private Cloud (VPC), você pode selecionar uma Amazon VPC para 
armazenar a configuração e os artefatos do seu modelo.

3. (Opcional) Ative o botão de isolamento de rede se quiser restringir o acesso à Internet do seu 
contêiner.

Por fim, você pode preencher opcionalmente a seção Opções avançadas, que se parece com a 
seguinte captura de tela:
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(Opcional) Para a seção Opções avançadas, faça o seguinte:

1. Ative a opção Recomendações de instância personalizada se quiser executar um trabalho do 
Amazon SageMaker Inference Recommender em seu modelo após sua criação. O Inference 
Recommender é um recurso que fornece os tipos de instância recomendados para otimizar o 
desempenho e o custo da inferência. Você pode ver essas recomendações de instância ao se 
preparar para implantar seu modelo.

2. Em Adicionar variáveis de ambiente, insira variáveis de ambiente para seu contêiner como pares 
de valores-chave.

3. Em Tags, insira quaisquer tags como pares de valores-chave.

4. Depois de concluir a configuração do modelo e do contêiner, escolha Criar modelo implantável.

Agora você deve ter um modelo no SageMaker Studio que esteja pronto para implantação.
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Implantar o modelo

Por fim, você implanta o modelo configurado na etapa anterior em um endpoint HTTPS. Você pode 
implantar um único modelo ou vários modelos no endpoint.

Uma forma de implantar um modelo é fazer o seguinte no Studio:

1. Abra o aplicativo SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.

3. Na página Modelos, selecione um ou mais modelos na lista de SageMaker modelos.

4. Escolha Implantar.

5. Em Nome do endpoint, abra o menu suspenso. Você pode selecionar um endpoint existente ou 
criar um novo endpoint no qual você implanta o modelo.

6. Em Tipo de instância, selecione o tipo de instância que você deseja usar para o endpoint. Se 
você executou anteriormente um trabalho do Inference Recommender para o modelo, seus tipos 
de instância recomendados aparecerão na lista sob o título Recomendado. Caso contrário, você 
verá algumas instâncias potenciais que podem ser adequadas para seu modelo.

7. Em Contagem inicial de instâncias, insira o número inicial de instâncias que você gostaria de 
provisionar para seu endpoint.

8. Se o modelo que você está implantando for um dos SageMaker JumpStart LLMs mais usados 
do hub de modelos, a opção Configurações alternativas aparecerá após os campos tipo de 
instância e contagem de instâncias.

Para os SageMaker JumpStart LLMs mais populares, AWS tem tipos de instância pré-
comparados para otimizar o custo ou o desempenho. Esses dados podem ajudar você a decidir 
qual tipo de instância usar para implantar seu LLM. Escolha Configurações alternativas para 
abrir uma caixa de diálogo que contém os dados pré-comparados. O painel se parece com a 
seguinte captura de tela:
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Na caixa Configurações alternativas, faça o seguinte:

a. Selecione um tipo de instância. Você pode escolher Custo por hora ou Melhor desempenho
para ver os tipos de instância que otimizam o custo ou o desempenho para o modelo 
especificado. Você também pode escolher Outras instâncias compatíveis para ver uma lista 
de outros tipos de instância compatíveis com o SageMaker JumpStart modelo. Observe 
que selecionar um tipo de instância aqui substitui qualquer seleção de instância anterior 
especificada na Etapa 6.

b. (Opcional) Ative a opção Personalizar a configuração selecionada para especificar o
máximo total de tokens (o número máximo de tokens que você deseja permitir, que é a 
soma dos tokens de entrada e a saída gerada pelo modelo), o tamanho máximo do token 
de entrada (o número máximo de tokens que você deseja permitir para a entrada de cada 
solicitação) e o máximo de solicitações simultâneas (o número máximo de solicitações que 
o modelo pode processar por vez).

c. Escolha Selecionar para confirmar o tipo de instância e as configurações.

9. O campo Modelo já deve estar preenchido com o nome do modelo ou modelos que você está 
implantando. Você pode escolher Adicionar modelo para adicionar mais modelos à implantação. 
Para cada modelo que você adicionar, preencha os seguintes campos:
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a. Em Número de núcleos de CPU, insira os núcleos de CPU que você gostaria de dedicar ao 
uso do modelo.

b. Em Número mínimo de cópias, insira o número mínimo de cópias do modelo que você 
deseja hospedar no endpoint a qualquer momento.

c. Em Memória mínima da CPU (MB), insira a quantidade mínima de memória (em MB) 
exigida pelo modelo.

d. Em Memória máxima da CPU (MB), insira a quantidade máxima de memória (em MB) que 
você gostaria de permitir que o modelo usasse.

10. (Opcional) Para as opções avançadas, faça o seguinte:

a. Para a função do IAM, use a função de execução padrão SageMaker do IAM ou especifique 
sua própria função que tenha as permissões de que você precisa. Observe que essa função 
do IAM deve ser a mesma que você especificou ao criar o modelo implantável.

b. Para a Virtual Private Cloud (VPC), você pode especificar uma VPC na qual deseja 
hospedar seu endpoint.

c. Em Chave KMS de criptografia, selecione uma AWS KMS chave para criptografar dados 
no volume de armazenamento anexado à instância de computação de ML que hospeda o 
endpoint.

d. Ative o botão Ativar isolamento de rede para restringir o acesso à Internet do seu contêiner.

e. Em Configuração de tempo limite, insira valores para os campos Tempo limite de 
download de dados do modelo (segundos) e Tempo limite de verificação de integridade 
de inicialização do contêiner (segundos). Esses valores determinam o tempo máximo que 
SageMaker permite o download do modelo para o contêiner e a inicialização do contêiner, 
respectivamente.

f. Em Tags, insira quaisquer tags como pares de valores-chave.

Depois de configurar suas opções, a página deve ter a aparência da captura de tela a seguir.
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Depois de configurar sua implantação, escolha Deploy para criar o endpoint e implantar seu modelo.

Implante modelos com os SDKs do Python

Usando o SDK do SageMaker Python, você pode criar seu modelo de duas maneiras. A primeira é 
criar um objeto de modelo a partir da ModelBuilder classe Model or. Se você usar a Model classe 
para criar seu Model objeto, precisará especificar o pacote do modelo ou o código de inferência 
(dependendo do servidor do modelo), scripts para lidar com a serialização e desserialização de 
dados entre o cliente e o servidor e quaisquer dependências a serem carregadas no Amazon S3 
para consumo. A segunda maneira de criar seu modelo é usar ModelBuilder para o qual você 
fornece artefatos de modelo ou código de inferência. ModelBuildercaptura automaticamente suas 
dependências, infere as funções de serialização e desserialização necessárias e empacota suas 
dependências para criar seu objeto. Model Para obter mais informações sobre o ModelBuilder, 
consulte Crie um modelo na Amazon SageMaker com ModelBuilder.

A seção a seguir descreve os dois métodos para criar seu modelo e implantar seu objeto de modelo.

Configuração

Os exemplos a seguir preparam o processo de implantação do modelo. Eles importam as bibliotecas 
necessárias e definem a URL do S3 que localiza os artefatos do modelo.
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SageMaker Python SDK

Example declarações de importação

O exemplo a seguir importa módulos do SDK do SageMaker Python, do SDK para Python (Boto3) 
e da Python Standard Library. Esses módulos fornecem métodos úteis que ajudam você a 
implantar modelos e são usados pelos demais exemplos a seguir.

import boto3
from datetime import datetime
from sagemaker.compute_resource_requirements.resource_requirements import 
 ResourceRequirements
from sagemaker.predictor import Predictor
from sagemaker.enums import EndpointType
from sagemaker.model import Model
from sagemaker.session import Session

boto3 inference components

Example declarações de importação

O exemplo a seguir importa módulos do SDK para Python (Boto3) e da Python Standard Library. 
Esses módulos fornecem métodos úteis que ajudam você a implantar modelos e são usados 
pelos demais exemplos a seguir.

import boto3
import botocore
import sys
import time

boto3 models (without inference components)

Example declarações de importação

O exemplo a seguir importa módulos do SDK para Python (Boto3) e da Python Standard Library. 
Esses módulos fornecem métodos úteis que ajudam você a implantar modelos e são usados 
pelos demais exemplos a seguir.

import boto3
import botocore
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import datetime
from time import gmtime, strftime

Example URL do artefato do modelo

O código a seguir cria um exemplo de URL do Amazon S3. O URL localiza os artefatos do modelo 
para um modelo pré-treinado em um bucket do Amazon S3.

# Create a variable w/ the model S3 URL

# The name of your S3 bucket:
s3_bucket = "DOC-EXAMPLE-BUCKET"
# The directory within your S3 bucket your model is stored in:
bucket_prefix = "sagemaker/model/path"
# The file name of your model artifact:
model_filename = "my-model-artifact.tar.gz"
# Relative S3 path:
model_s3_key = f"{bucket_prefix}/"+model_filename
# Combine bucket name, model file name, and relate S3 path to create S3 model URL:
model_url = f"s3://{s3_bucket}/{model_s3_key}"

A URL completa do Amazon S3 é armazenada na variávelmodel_url, que é usada nos exemplos a 
seguir.

Visão geral

Há várias maneiras de implantar modelos com o SDK do SageMaker Python ou o SDK for Python 
(Boto3). As seções a seguir resumem as etapas concluídas para várias abordagens possíveis. Essas 
etapas são demonstradas pelos exemplos a seguir.

SageMaker Python SDK

Usando o SDK do SageMaker Python, você pode criar seu modelo de uma das seguintes formas:

• Crie um objeto de modelo a partir da Model classe — Você deve especificar o pacote do 
modelo ou o código de inferência (dependendo do seu servidor de modelo), scripts para 
lidar com a serialização e desserialização de dados entre o cliente e o servidor e quaisquer 
dependências a serem carregadas no Amazon S3 para consumo.

• Crie um objeto de modelo a partir da ModelBuilder classe — Você fornece artefatos 
de modelo ou código de inferência e captura ModelBuilder automaticamente suas 
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dependências, infere as funções de serialização e desserialização necessárias e empacota 
suas dependências para criar seu objeto. Model

Para obter mais informações sobre o ModelBuilder, consulte Crie um modelo na Amazon 
SageMaker com ModelBuilder. Você também pode ver o blog Package e implantar modelos 
clássicos de ML e LLMs facilmente com SageMaker — Part 1 para obter mais informações.

Os exemplos a seguir descrevem os dois métodos para criar seu modelo e implantar seu objeto 
de modelo. Para implantar um modelo dessas formas, você conclui as seguintes etapas:

1. Defina os recursos do endpoint a serem alocados ao modelo com um
ResourceRequirements objeto.

2. Crie um objeto de modelo a partir das ModelBuilder classes Model ou. O
ResourceRequirements objeto é especificado nas configurações do modelo.

3. Implante o modelo em um endpoint usando o deploy método do Model objeto.

boto3 inference components

Os exemplos a seguir demonstram como atribuir um modelo a um componente de inferência e, 
em seguida, implantar o componente de inferência em um endpoint. Para implantar um modelo 
dessa forma, você conclui as seguintes etapas:

1. (Opcional) Crie um objeto de SageMaker modelo usando o create_modelmétodo.

2. Especifique as configurações do seu endpoint criando um objeto de configuração do 
endpoint. Para criar um, você usa o create_endpoint_configmétodo.

3. Crie seu endpoint usando o create_endpointmétodo e, em sua solicitação, forneça a 
configuração de endpoint que você criou.

4. Crie um componente de inferência usando o create_inference_component método. Nas 
configurações, você especifica um modelo fazendo o seguinte:

• Especificando um objeto de SageMaker modelo

• Especificando o URI da imagem do modelo e o URL do S3

Você também aloca recursos de endpoint para o modelo. Ao criar o componente de 
inferência, você implanta o modelo no endpoint. Você pode implantar vários modelos em um 
endpoint criando vários componentes de inferência — um para cada modelo.
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boto3 models (without inference components)

Os exemplos a seguir demonstram como criar um objeto de modelo e depois implantar o modelo 
em um endpoint. Para implantar um modelo dessa forma, você conclui as seguintes etapas:

1. Crie um SageMaker modelo usando o create_modelmétodo.

2. Especifique as configurações do seu endpoint criando um objeto de configuração do 
endpoint. Para criar um, você usa o create_endpoint_configmétodo. Na configuração 
do endpoint, você atribui o objeto do modelo a uma variante de produção.

3. Crie seu endpoint usando o create_endpointmétodo. Em sua solicitação, forneça a 
configuração do endpoint que você criou.

Quando você cria o endpoint, SageMaker provisiona os recursos do endpoint e ele implanta 
o modelo no endpoint.

Configurar

Os exemplos a seguir configuram os recursos necessários para implantar um modelo em um 
endpoint.

SageMaker Python SDK

O exemplo a seguir atribui recursos de endpoint a um modelo com um ResourceRequirements
objeto. Esses recursos incluem núcleos de CPU, aceleradores e memória. Em seguida, o 
exemplo cria um objeto de modelo a partir da Model classe. Como alternativa, você pode 
criar um objeto de modelo instanciando a ModelBuilderclasse e executando build — esse 
método também é mostrado no exemplo. ModelBuilderfornece uma interface unificada para 
empacotamento de modelos e, nesse caso, prepara um modelo para a implantação de um 
grande modelo. O exemplo é utilizado ModelBuilder para construir um modelo Hugging 
Face. (Você também pode passar um JumpStart modelo). Depois de criar o modelo, você pode 
especificar os requisitos de recursos no objeto do modelo. Na próxima etapa, você usa esse 
objeto para implantar o modelo em um endpoint.

resources = ResourceRequirements( 
    requests = { 
        "num_cpus": 2,  # Number of CPU cores required: 
        "num_accelerators": 1, # Number of accelerators required 
        "memory": 8192,  # Minimum memory required in Mb (required) 
        "copies": 1, 
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    }, 
    limits = {},
)

now = datetime.now()
dt_string = now.strftime("%d-%m-%Y-%H-%M-%S")
model_name = "my-sm-model"+dt_string

# build your model with Model class
model = Model( 
    name = "model-name", 
    image_uri = "image-uri", 
    model_data = model_url, 
    role = "arn:aws:iam::111122223333:role/service-role/role-name", 
    resources = resources, 
    predictor_cls = Predictor,
) 
                         
# Alternate mechanism using ModelBuilder
# uncomment the following section to use ModelBuilder
/*
model_builder = ModelBuilder( 
    model="<HuggingFace-ID>", # like "meta-llama/Llama-2-7b-hf" 
    schema_builder=SchemaBuilder(sample_input,sample_output), 
    env_vars={ "HUGGING_FACE_HUB_TOKEN": "<HuggingFace_token>}" }
)

# build your Model object
model = model_builder.build()

# create a unique name from string 'mb-inference-component'
model.model_name = unique_name_from_base("mb-inference-component")

# assign resources to your model
model.resources = resources
*/

boto3 inference components

O exemplo a seguir configura um endpoint com o create_endpoint_config método. Você 
atribui essa configuração a um endpoint ao criá-lo. Na configuração, você define uma ou mais 
variantes de produção. Para cada variante, você pode escolher o tipo de instância que deseja 
que SageMaker a Amazon provisione e habilitar a escalabilidade de instâncias gerenciadas.
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endpoint_config_name = "endpoint-config-name"
endpoint_name = "endpoint-name"
inference_component_name = "inference-component-name"
variant_name = "variant-name"

sagemaker_client.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name, 
    ExecutionRoleArn = "arn:aws:iam::111122223333:role/service-role/role-name", 
    ProductionVariants = [ 
        { 
            "VariantName": variant_name, 
            "InstanceType": "ml.p4d.24xlarge", 
            "InitialInstanceCount": 1, 
            "ManagedInstanceScaling": { 
                "Status": "ENABLED", 
                "MinInstanceCount": 1, 
                "MaxInstanceCount": 2, 
            }, 
        } 
    ],
)

boto3 models (without inference components)

Example definição do modelo

O exemplo a seguir define um SageMaker modelo com o create_model método noAWS SDK 
for Python (Boto3).

model_name = "model-name"

create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = "arn:aws:iam::111122223333:role/service-role/role-name", 
    PrimaryContainer = { 
        "Image": "image-uri", 
        "ModelDataUrl": model_url, 
    }
)

Esse exemplo especifica o seguinte:
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• ModelName: um nome para seu modelo (neste exemplo, ele é armazenado como uma variável 
de string chamada model_name).

• ExecutionRoleArn: O Amazon Resource Name (ARN) da função do IAM que a Amazon 
SageMaker pode assumir para acessar artefatos de modelo e imagens do Docker para 
implantação em instâncias de computação de ML ou para trabalhos de transformação em lote.

• PrimaryContainer: A localização da imagem do Docker primária que contém código de 
inferência, artefatos associados e mapas de ambiente personalizado usado pelo código de 
inferência quando o modelo é implantado para previsões.

Example configuração do endpoint

O exemplo a seguir configura um endpoint com o create_endpoint_config método. A 
Amazon SageMaker usa essa configuração para implantar modelos. Na configuração, você 
identifica um ou mais modelos, criados com o create_model método, para implantar os 
recursos que você deseja que SageMaker a Amazon provisione.

endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName = "endpoint-config-name",  
    # List of ProductionVariant objects, one for each model that you want to host at 
 this endpoint: 
    ProductionVariants = [ 
        { 
            "VariantName": "variant-name", # The name of the production variant. 
            "ModelName": model_name,  
            "InstanceType": "ml.p4d.24xlarge", 
            "InitialInstanceCount": 1 # Number of instances to launch initially. 
        } 
    ]
)

Este exemplo especifica as seguintes chaves para o ProductionVariants campo:

• VariantName: o nome da variante de produção.

• ModelName: o nome do modelo que deseja hospedar. Esse é o nome especificado ao criar o 
modelo.

• InstanceType: o tipo de instância de computação. Consulte o InstanceType campo em
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ProductionVariant.html e
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SageMakerPreços para ver uma lista dos tipos de instância de computação compatíveis e os 
preços de cada tipo de instância.

Implantar

Os exemplos a seguir implantam um modelo em um endpoint.

SageMaker Python SDK

O exemplo a seguir implanta o modelo em um endpoint HTTPS em tempo real com o deploy
método do objeto do modelo. Se você especificar um valor para o resources argumento tanto 
para a criação quanto para a implantação do modelo, os recursos especificados para implantação 
terão precedência.

predictor = model.deploy( 
    initial_instance_count = 1, 
    instance_type = "ml.p4d.24xlarge",  
    endpoint_type = EndpointType.INFERENCE_COMPONENT_BASED, 
    resources = resources,
)

Para o instance_type campo, o exemplo especifica o nome do tipo de instância do Amazon 
EC2 para o modelo. Para o initial_instance_count campo, ele especifica o número inicial 
de instâncias nas quais executar o endpoint.

O exemplo de código a seguir demonstra outro caso em que você implanta um modelo em um 
endpoint e depois implanta outro modelo no mesmo endpoint. Nesse caso, você deve fornecer o 
mesmo nome de endpoint para os deploy métodos de ambos os modelos.

# Deploy the model to inference-component-based endpoint
falcon_predictor = falcon_model.deploy( 
    initial_instance_count = 1, 
    instance_type = "ml.p4d.24xlarge",  
    endpoint_type = EndpointType.INFERENCE_COMPONENT_BASED, 
    endpoint_name = "<endpoint_name>" 
    resources = resources,
)

# Deploy another model to the same inference-component-based endpoint
llama2_predictor = llama2_model.deploy( # resources already set inside llama2_model 
    endpoint_type = EndpointType.INFERENCE_COMPONENT_BASED, 

Implemente modelos 4210

https://aws.amazon.com/sagemaker/pricing/


Amazon SageMaker Guia do Desenvolvedor

    endpoint_name = "<endpoint_name>"  # same endpoint name as for falcon model
)

boto3 inference components

Depois de ter uma configuração de endpoint, use o método create_endpoint para criar seu 
endpoint. O nome do endpoint deve ser exclusivo Região da AWS em sua AWS conta.

O exemplo a seguir cria um endpoint usando a configuração de endpoint especificada na 
solicitação. A Amazon SageMaker usa o endpoint para provisionar recursos.

sagemaker_client.create_endpoint( 
    EndpointName = endpoint_name, 
    EndpointConfigName = endpoint_config_name,
)

Depois de criar um endpoint, você pode implantar um ou modelos nele criando componentes de 
inferência. O exemplo a seguir cria um com o create_inference_component método.

sagemaker_client.create_inference_component( 
    InferenceComponentName = inference_component_name, 
    EndpointName = endpoint_name, 
    VariantName = variant_name, 
    Specification = { 
        "Container": { 
            "Image": "image-uri", 
            "ArtifactUrl": model_url, 
        }, 
        "ComputeResourceRequirements": { 
            "NumberOfCpuCoresRequired": 1,  
            "MinMemoryRequiredInMb": 1024
        } 
    }, 
    RuntimeConfig = {"CopyCount": 2}
)

boto3 models (without inference components)

Example implantação

Forneça a configuração do endpoint para SageMaker. O serviço inicia as instâncias de cálculo de 
ML e implanta o modelo ou modelos conforme especificado na configuração.
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Depois de ter seu modelo e configuração de endpoint, use o método create_endpoint para criar 
seu endpoint. O nome do endpoint deve ser exclusivo Região da AWS em sua AWS conta.

O exemplo a seguir cria um endpoint usando a configuração de endpoint especificada na 
solicitação. A Amazon SageMaker usa o endpoint para provisionar recursos e implantar modelos.

create_endpoint_response = sagemaker_client.create_endpoint( 
    # The endpoint name must be unique within an AWS Region in your AWS account: 
    EndpointName = "endpoint-name" 
    # The name of the endpoint configuration associated with this endpoint: 
    EndpointConfigName = "endpoint-config-name") 

Implemente modelos com o AWS CLI

Você pode implantar um modelo em um endpoint usando o. AWS CLI

Visão geral

Ao implantar um modelo com oAWS CLI, você pode implantá-lo com ou sem o uso de um 
componente de inferência. As seções a seguir resumem os comandos que você executa para ambas 
as abordagens. Esses comandos são demonstrados pelos exemplos a seguir.

With inference components

Para implantar um modelo com um componente de inferência, faça o seguinte:

1. (Opcional) Crie um modelo com o create-modelcomando.

2. Especifique as configurações do seu endpoint criando uma configuração de endpoint. Para 
criar um, você executa o create-endpoint-configcomando.

3. Crie seu endpoint usando o create-endpointcomando. No corpo do comando, 
especifique a configuração do endpoint que você criou.

4. Crie um componente de inferência usando o create-inference-component comando. 
Nas configurações, você especifica um modelo fazendo o seguinte:

• Especificando um objeto de SageMaker modelo

• Especificando o URI da imagem do modelo e o URL do S3
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Você também aloca recursos de endpoint para o modelo. Ao criar o componente de 
inferência, você implanta o modelo no endpoint. Você pode implantar vários modelos em um 
endpoint criando vários componentes de inferência — um para cada modelo.

Without inference components

Para implantar um modelo sem usar um componente de inferência, faça o seguinte:

1. Crie um SageMaker modelo usando o create-modelcomando.

2. Especifique as configurações do seu endpoint criando um objeto de configuração do 
endpoint. Para criar um, você usa o create-endpoint-configcomando. Na configuração 
do endpoint, você atribui o objeto do modelo a uma variante de produção.

3. Crie seu endpoint usando o create-endpointcomando. No corpo do comando, 
especifique a configuração do endpoint que você criou.

Quando você cria o endpoint, SageMaker provisiona os recursos do endpoint e ele implanta 
o modelo no endpoint.

Configurar

Os exemplos a seguir configuram os recursos necessários para implantar um modelo em um 
endpoint.

With inference components

Example create-endpoint-config comando

O exemplo a seguir cria uma configuração de endpoint com o create-endpoint-configcomando.

aws sagemaker create-endpoint-config \
--endpoint-config-name endpoint-config-name \
--execution-role-arn arn:aws:iam::111122223333:role/service-role/role-name\
--production-variants file://production-variants.json

Neste exemplo, o arquivo production-variants.json define uma variante de produção com 
o seguinte JSON:

[ 
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    { 
        "VariantName": "variant-name", 
        "ModelName": "model-name", 
        "InstanceType": "ml.p4d.24xlarge", 
        "InitialInstanceCount": 1
    }
]

Se o comando for bem-sucedido, ele AWS CLI responderá com o ARN do recurso que você criou.

{ 
    "EndpointConfigArn": "arn:aws:sagemaker:us-west-2:111122223333:endpoint-config/
endpoint-config-name"
}

Without inference components

Example comando create-model

O exemplo a seguir cria um modelo com o comando create-model.

aws sagemaker create-model \
--model-name model-name \
--execution-role-arn arn:aws:iam::111122223333:role/service-role/role-name \
--primary-container "{ \"Image\": \"image-uri\", \"ModelDataUrl\": \"model-s3-
url\"}"

Se o comando for bem-sucedido, ele AWS CLI responderá com o ARN do recurso que você criou.

{ 
    "ModelArn": "arn:aws:sagemaker:us-west-2:111122223333:model/model-name"
}

Example create-endpoint-config comando

O exemplo a seguir cria uma configuração de endpoint com o create-endpoint-configcomando.

aws sagemaker create-endpoint-config \
--endpoint-config-name endpoint-config-name \
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--production-variants file://production-variants.json

Neste exemplo, o arquivo production-variants.json define uma variante de produção com 
o seguinte JSON:

[ 
    { 
        "VariantName": "variant-name", 
        "ModelName": "model-name", 
        "InstanceType": "ml.p4d.24xlarge", 
        "InitialInstanceCount": 1
    }
]

Se o comando for bem-sucedido, ele AWS CLI responderá com o ARN do recurso que você criou.

{ 
    "EndpointConfigArn": "arn:aws:sagemaker:us-west-2:111122223333:endpoint-config/
endpoint-config-name"
}

Implantar

Os exemplos a seguir implantam um modelo em um endpoint.

With inference components

Example comando create-endpoint

O exemplo a seguir cria um endpoint com o comando create-endpoint.

aws sagemaker create-endpoint \
--endpoint-name endpoint-name \
--endpoint-config-name endpoint-config-name 

Se o comando for bem-sucedido, ele AWS CLI responderá com o ARN do recurso que você criou.

{ 
    "EndpointArn": "arn:aws:sagemaker:us-west-2:111122223333:endpoint/endpoint-name"
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}

Example create-inference-component comando

O exemplo a seguir cria um componente de inferência com o create-inference-component 
comando.

aws sagemaker create-inference-component \
--inference-component-name inference-component-name \
--endpoint-name endpoint-name \
--variant-name variant-name \
--specification file://specification.json \
--runtime-config "{\"CopyCount\": 2}"

Neste exemplo, o arquivo specification.json define o contêiner e os recursos de 
computação com o seguinte JSON:

{ 
    "Container": { 
        "Image": "image-uri", 
        "ArtifactUrl": "model-s3-url" 
    }, 
    "ComputeResourceRequirements": { 
        "NumberOfCpuCoresRequired": 1, 
        "MinMemoryRequiredInMb": 1024 
    }
}

Se o comando for bem-sucedido, ele AWS CLI responderá com o ARN do recurso que você criou.

{ 
    "InferenceComponentArn": "arn:aws:sagemaker:us-west-2:111122223333:inference-
component/inference-component-name"
}

Without inference components

Example comando create-endpoint

O exemplo a seguir cria um endpoint com o comando create-endpoint.
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aws sagemaker create-endpoint \
--endpoint-name endpoint-name \
--endpoint-config-name endpoint-config-name 

Se o comando for bem-sucedido, ele AWS CLI responderá com o ARN do recurso que você criou.

{ 
    "EndpointArn": "arn:aws:sagemaker:us-west-2:111122223333:endpoint/endpoint-name"
}

O que fazer em seguida

• Invoque endpoints em tempo real

• Gerencie endpoints em tempo real

• Dimensione automaticamente os SageMaker modelos da Amazon

Invoque modelos para inferência em tempo real

Depois de implantar seu modelo usando serviços de SageMaker hospedagem, você pode testar seu 
modelo nesse endpoint enviando dados de teste. Você pode testar seus endpoints usando o Amazon 
SageMaker Studio Classic, os AWS SDKs ou o. AWS CLI

Invoque seu endpoint usando o Amazon Studio Classic SageMaker

Depois de implantar seu modelo em um endpoint, você pode verificar esse endpoint com o Amazon 
SageMaker Studio Classic.

Note

Observação: SageMaker só suporta testes de endpoint com o Amazon SageMaker Studio 
Classic para endpoints em tempo real.

Para enviar uma solicitação de inferência de teste para seu endpoint

1. Inicie o Amazon SageMaker Studio Classic.

2. Na seção Início do painel de navegação à esquerda, selecione Implantações.
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3. No menu suspenso, escolha Endpoints.

4. Encontre seu endpoint pelo nome e escolha o nome na tabela. Os nomes dos endpoints listados 
no painel Endpoints são definidos quando você implanta um modelo. A área de trabalho do 
Studio abre a página de endpoints em uma nova guia.

5. Na guia Inferência de teste, envie uma solicitação ao seu endpoint fornecendo dados de amostra 
no formato JSON. Use o editor JSON para enviar uma solicitação ao seu endpoint.

6. (Opcional) Você pode fornecer um URL personalizado para o qual enviar sua solicitação. Na 
seção Configurar URL e cabeçalhos do endpoint, no campo URL personalizado, forneça a URL 
de onde seu modelo está hospedado. Deixe esse campo em branco se você estiver usando um 
SageMaker endpoint. Em Cabeçalhos, você também pode adicionar opcionalmente cabeçalhos 
de valores-chave para transmitir informações adicionais com a solicitação de inferência.

7. Escolha Enviar solicitação. O Studio mostra a saída da inferência em um cartão à direita do 
editor JSON.

A parte superior do cartão mostra o tipo de solicitação que foi enviada ao endpoint (somente JSON é 
aceito). O cartão mostra os seguintes campos:

• Status — exibe um dos seguintes tipos de status:

• Complete – a solicitação foi bem-sucedida.

• Failed – A solicitação falhou. Uma resposta aparece em Motivo da falha.

• Pending – Enquanto a solicitação de inferência está pendente, o status mostra um ícone 
circular giratório.

• Duração da execução – Quanto tempo demorou a invocação (hora de término menos a hora de 
início) em milissegundos.

• Tempo da solicitação – Quantos minutos se passaram desde que a solicitação foi enviada.

• Tempo do resultado – Quantos minutos se passaram desde que o resultado foi devolvido.

Invoque seu endpoint usando o AWS SDK for Python (Boto3)

Depois de implantar seu modelo em um endpoint, você pode verificar seu endpoint usando um dos 
AWS SDKs, inclusive como o. AWS SDK for Python (Boto3) Para testar seu endpoint com esse SDK, 
use um dos seguintes métodos:

• invoke_endpoint – Envia uma solicitação de inferência para um endpoint do modelo e retorna a 
resposta que o modelo gera. Esse método retorna a carga de inferência como uma resposta após 
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o modelo terminar de gerá-la. Para mais informações, consulte a invoke_endpoint no AWSSDK 
para Referência API Python (Boto3).

• invoke_endpoint_with_response_stream – Envia uma solicitação de inferência para um 
endpoint do modelo e transmite a resposta em partes incrementais enquanto o modelo gera a 
inferência. Com esse método, seu aplicativo cliente começa imediatamente a receber partes da 
resposta à medida que as peças se tornam disponíveis. Seu cliente não precisa esperar que o 
modelo gere toda a carga útil de resposta. Você pode implementar o streaming para oferecer 
suporte a experiências interativas rápidas, como chatbots, assistentes virtuais e geradores de 
música.

Use esse método somente para invocar modelos que suportem streaming de inferência.

Quando um contêiner processa uma solicitação de inferência de streaming, ele retorna a inferência 
do modelo como uma série de partes incrementalmente à medida que o modelo as gera. Os 
aplicativos do cliente começam a receber respostas imediatamente quando estiverem disponíveis. 
Eles não precisam esperar que o modelo gere a resposta completa. Você pode implementar o 
streaming para oferecer suporte a experiências interativas rápidas, como chatbots, assistentes 
virtuais e geradores de música.

Antes de usar esses métodos no código do cliente, você deve criar um cliente SageMaker Runtime 
e especificar o nome do seu endpoint. O exemplo a seguir configura o cliente e o endpoint para os 
demais exemplos a seguir:

import boto3

# Create a low-level client representing Amazon SageMaker Runtime
sagemaker_runtime = boto3.client( 
    "sagemaker-runtime", region_name='aws_region')

# The endpoint name must be unique within  
# an AWS Region in your AWS account.  
endpoint_name='endpoint-name'

Invoque para obter uma resposta de inferência

O exemplo a seguir usa o método invoke_endpoint para invocar um endpoint com o AWS SDK 
for Python (Boto3):

# Gets inference from the model hosted at the specified endpoint:
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response = sagemaker_runtime.invoke_endpoint( 
    EndpointName=endpoint_name,  
    Body=bytes('{"features": ["This is great!"]}', 'utf-8') 
    )

# Decodes and prints the response body:
print(response['Body'].read().decode('utf-8'))

Este exemplo fornece dados de entrada no Body campo SageMaker para serem passados ao 
modelo. Esses dados devem estar no mesmo formato usado para treinamento. O exemplo armazena 
a resposta na variável response.

A variável response fornece acesso ao status HTTP, ao nome do modelo implantado e a outros 
campos. O trecho a seguir imprime o HTTPStatusCode:

print(response["HTTPStatusCode"])

Invoque para obter uma resposta de fluxo

Se você implantou um modelo que suporta streaming de inferência, você pode invocar o modelo para 
receber sua carga de inferência como um fluxo de partes. O modelo entrega essas peças de forma 
incremental à medida que o modelo as gera. Quando um aplicativo recebe um fluxo de inferência, 
o aplicativo não precisa esperar que o modelo gere toda a carga útil da resposta. Em vez disso, 
o aplicativo cliente começa imediatamente a receber partes da resposta à medida que se tornam 
disponíveis.

Ao consumir um fluxo de inferência em seu aplicativo, você pode criar interações em que seus 
usuários percebam que a inferência é rápida porque obtêm a primeira parte imediatamente. Por 
exemplo, você pode criar um chatbot que mostre incrementalmente o texto gerado por um modelo de 
linguagem grande (LLM).

Para obter um stream de inferência, use o método invoke_endpoint_with_response_stream
no SDK for Python (Boto3). No corpo da resposta, o SDK fornece um objeto EventStream, que 
fornece a inferência como uma série de objetos PayloadPart.

Example Fluxo de inferência

O exemplo a seguir éum fluxo de objetos PayloadPart:

{'PayloadPart': {'Bytes': b'{"outputs": [" a"]}\n'}}
{'PayloadPart': {'Bytes': b'{"outputs": [" challenging"]}\n'}}
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{'PayloadPart': {'Bytes': b'{"outputs": [" problem"]}\n'}}
. . .

Em cada parte da carga útil, o campo Bytes fornece uma parte da resposta de inferência do modelo. 
Essa parte pode ser qualquer tipo de conteúdo gerado por um modelo, como texto, imagem ou 
dados de áudio. Neste exemplo, as partes são objetos JSON que contêm texto gerado de um LLM.

Normalmente, a parte da carga útil contém um bloco discreto de dados do modelo. Neste exemplo, 
os blocos discretos são objetos JSON inteiros. Ocasionalmente, a resposta de streaming divide 
as partes em várias partes da carga útil ou combina várias partes em uma parte da carga útil. O 
exemplo a seguir mostra um bloco de dados no formato JSON dividido em duas partes da carga útil:

{'PayloadPart': {'Bytes': b'{"outputs": '}}
{'PayloadPart': {'Bytes': b'[" problem"]}\n'}}

Ao escrever um código de aplicativo que processa um fluxo de inferência, inclua uma lógica que 
manipule essas divisões e combinações ocasionais de dados. Como uma estratégia, você pode 
escrever um código que concatene o conteúdo Bytes enquanto seu aplicativo recebe as partes da 
carga útil. Ao concatenar os dados JSON de exemplo aqui, você combinaria os dados em um corpo 
JSON delimitado por nova linha. Em seguida, seu código poderia processar o fluxo analisando todo o 
objeto JSON em cada linha.

O exemplo a seguir mostra o JSON delimitado por nova linha que você criaria ao concatenar o 
conteúdo de exemplo de Bytes:

{"outputs": [" a"]}
{"outputs": [" challenging"]}
{"outputs": [" problem"]}
. . .

Example Código para processar um fluxo de inferência

O exemplo de classe Python a seguir, SmrInferenceStream, demonstra como você pode 
processar um fluxo de inferência que envia dados de texto no formato JSON:

import io
import json

# Example class that processes an inference stream:
class SmrInferenceStream: 
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    def __init__(self, sagemaker_runtime, endpoint_name): 
        self.sagemaker_runtime = sagemaker_runtime 
        self.endpoint_name = endpoint_name 
        # A buffered I/O stream to combine the payload parts: 
        self.buff = io.BytesIO()  
        self.read_pos = 0 
         
    def stream_inference(self, request_body): 
        # Gets a streaming inference response  
        # from the specified model endpoint: 
        response = self.sagemaker_runtime\ 
            .invoke_endpoint_with_response_stream( 
                EndpointName=self.endpoint_name,  
                Body=json.dumps(request_body),  
                ContentType="application/json" 
        ) 
        # Gets the EventStream object returned by the SDK: 
        event_stream = response['Body'] 
        for event in event_stream: 
            # Passes the contents of each payload part 
            # to be concatenated: 
            self._write(event['PayloadPart']['Bytes']) 
            # Iterates over lines to parse whole JSON objects: 
            for line in self._readlines(): 
                resp = json.loads(line) 
                part = resp.get("outputs")[0] 
                # Returns parts incrementally: 
                yield part 
     
    # Writes to the buffer to concatenate the contents of the parts: 
    def _write(self, content): 
        self.buff.seek(0, io.SEEK_END) 
        self.buff.write(content) 

    # The JSON objects in buffer end with '\n'. 
    # This method reads lines to yield a series of JSON objects: 
    def _readlines(self): 
        self.buff.seek(self.read_pos) 
        for line in self.buff.readlines(): 
            self.read_pos += len(line) 
            yield line[:-1]
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Este exemplo processa o fluxo de inferência fazendo o seguinte:

• É inicializado com um cliente SageMaker Runtime e o nome de um endpoint do modelo. Antes 
de obter um fluxo de inferência, o modelo que o endpoint hospeda deve oferecer suporte ao 
streaming de inferência.

• No método de exemplo stream_inference, recebe um corpo de solicitação e o passa para o 
método invoke_endpoint_with_response_stream do SDK.

• Itera sobre cada evento no objeto EventStream que o SDK retorna.

• De cada evento, obtém o conteúdo do objeto Bytes no objeto PayloadPart.

• No método _write de exemplo, grava em um buffer para concatenar o conteúdo dos objetos
Bytes. O conteúdo combinado forma um corpo JSON delimitado por nova linha.

• Usa o método _readlines de exemplo para obter uma série iterável de objetos JSON.

• Em cada objeto JSON, obtém uma parte da inferência.

• Com a expressão yield, retorna as peças de forma incremental.

O exemplo a seguir cria e usa um objeto SmrInferenceStream:

request_body = {"inputs": ["Large model inference is"], 
                "parameters": {"max_new_tokens": 100, 
                               "enable_sampling": "true"}}
smr_inference_stream = SmrInferenceStream( 
    sagemaker_runtime, endpoint_name)
stream = smr_inference_stream.stream_inference(request_body)
for part in stream: 
    print(part, end='')

Este exemplo passa um corpo de solicitação para o método stream_inference. Ele itera sobre a 
resposta para imprimir cada peça que o fluxo de inferência retorna.

O exemplo pressupõe que o modelo no endpoint especificado é um LLM que gera texto. A saída 
desse exemplo é um corpo de texto gerado que é impresso de forma incremental:

a challenging problem in machine learning. The goal is to . . .
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Invoque seu endpoint usando o AWS CLI

Você pode testar seu endpoint executando comandos com o AWS Command Line Interface (AWS 
CLI). O AWS CLI oferece suporte a solicitações de inferência padrão com o comando invoke-
endpoint e oferece suporte a solicitações de inferência assíncronas com o comando invoke-
endpoint-async.

Note

O AWS CLI não oferece suporte a solicitações de inferência de streaming.

O exemplo a seguir usa o comando invoke-endpoint para enviar uma solicitação de inferência 
para um endpoint do modelo:

aws sagemaker-runtime invoke-endpoint \ 
    --endpoint-name endpoint_name \ 
    --body fileb://$file_name \ 
     output_file.txt

Para o parâmetro --endpoint-name, forneça o nome que você especificou para EndpointName
quando criou seu endpoint com CreateEndpoint. Para o --body parâmetro, forneça dados de 
entrada SageMaker para passar para o modelo. Os dados devem estar no mesmo formato usado 
para treinamento. Este exemplo mostra como enviar dados binários para o seu endpoint.

Para obter mais informações sobre quando usar file:// sobre fileb:// ao passar o conteúdo de 
um arquivo para um parâmetro do AWS CLI, consulte Melhores práticas para parâmetros de arquivos 
locais.

Para obter mais informações e ver parâmetros adicionais que você pode passar, consulte invoke-
endpoint na Referência de Comandos AWS CLI.

Se o comando invoke-endpoint for bem-sucedido, ele retornará uma resposta como a seguinte:

{ 
    "ContentType": "<content_type>; charset=utf-8", 
    "InvokedProductionVariant": "<Variant>"
}
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Se o comando não for bem-sucedido, verifique se a carga útil de entrada está no formato correto.

Visualize a saída da invocação verificando o arquivo de saída do arquivo (output_file.txt neste 
exemplo).

more output_file.txt

Gerencie seus endpoints

Depois de implantar seu modelo em um endpoint, talvez você queira visualizar e gerenciar 
o endpoint. Com SageMaker, você pode visualizar o status e os detalhes do seu endpoint, 
verificar métricas e registros para monitorar o desempenho do seu endpoint, atualizar os modelos 
implantados no seu endpoint e muito mais.

A página a seguir descreve como visualizar e fazer alterações interativamente em seus endpoints 
usando o SageMaker console da Amazon ou SageMaker o Studio.

Gerencie endpoints no Studio SageMaker

No Amazon SageMaker Studio, você pode visualizar e gerenciar seus endpoints de SageMaker 
hospedagem. Para saber mais sobre o Studio, consulte Amazon SageMaker Studio.

Para encontrar a lista dos seus endpoints no SageMaker Studio, faça o seguinte:

1. Abra o aplicativo Studio.

2. No painel de navegação esquerdo, escolha Implantações.

3. No menu suspenso, escolha Endpoints.

A página Endpoints é aberta, listando todos os seus endpoints de SageMaker hospedagem. Nessa 
página, você pode ver os endpoints e seu status. Você também pode criar um novo endpoint, editar 
um endpoint existente ou excluir um endpoint.

Para ver os detalhes de um endpoint específico, escolha um endpoint na lista. Na página de detalhes 
do endpoint, você tem uma visão geral, como a captura de tela a seguir.
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Cada página de detalhes do endpoint contém as seguintes guias de informações:

Variantes (ou modelos)

A guia Variantes (também chamada de guia Modelos se seu endpoint tiver vários modelos 
implantados) mostra a lista de variantes de modelo ou modelos atualmente implantados em seu 
endpoint. A captura de tela a seguir mostra a aparência da seção Visão geral e Modelos de um 
endpoint com vários modelos implantados.

Você pode adicionar ou editar as configurações de cada variante ou modelo. Você também pode 
selecionar uma variante e ativar uma política de escalonamento automático padrão, que pode ser 
editada posteriormente na guia Escalonamento automático.
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Configurações

Na guia Configurações, você pode ver a função do AWS IAM associada ao endpoint, a AWS KMS 
chave usada para criptografia (se aplicável), o nome da sua VPC e as configurações de isolamento 
de rede.

Inferência de teste

Na guia Inferência de teste, você pode enviar uma solicitação de inferência de teste para um modelo 
implantado. Isso é útil se você quiser verificar se seu endpoint responde às solicitações conforme o 
esperado.

Para testar a inferência, faça o seguinte:

1. Na guia Inferência de teste do modelo, escolha uma das seguintes opções:

a. Selecione Inserir o corpo da solicitação se quiser testar o endpoint e receber uma resposta 
por meio da interface do Studio.

b. Selecione Copiar código de exemplo (Python) se quiser copiar um AWS SDK for Python 
(Boto3) exemplo que possa ser usado para invocar seu endpoint a partir de um ambiente 
local e receber uma resposta programaticamente.

2. Em Modelo, selecione o modelo que você deseja testar no endpoint.

3. Se você escolheu o método de teste da interface do Studio, também poderá escolher o tipo de 
conteúdo desejado para a resposta no menu suspenso.

Depois de configurar sua solicitação, você pode escolher Enviar solicitação (para receber uma 
resposta por meio da interface do Studio) ou Copiar para copiar o exemplo do Python.

Se você receber uma resposta por meio da interface do Studio, ela se parecerá com a captura de 
tela a seguir.
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Escalabilidade automática

Na guia Escalonamento automático, você pode visualizar todas as políticas de escalonamento 
automático configuradas para os modelos hospedados em seu endpoint. A captura de tela a seguir 
mostra a guia Escalonamento automático.

Você pode escolher Editar escalonamento automático para alterar qualquer uma das políticas e 
ativar ou desativar a política de escalonamento automático padrão.

Para saber mais sobre o auto-scaling para endpoints em tempo real, consulte Dimensionar
automaticamente os modelos da Amazon. SageMaker Se você não tiver certeza de como 
configurar uma política de escalonamento automático para seu endpoint, você pode usar um
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trabalho de recomendações de escalonamento automático do Inference Recommender para obter 
recomendações para uma política de escalonamento automático.

Gerencie endpoints no console SageMaker

Para visualizar seus endpoints no SageMaker console, faça o seguinte:

1. Acesse o SageMaker console em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação à esquerda, escolha Inferência.

3. Na lista suspensa, escolha Endpoints.

4. Na página Endpoints, escolha o seu endpoints.

A página de detalhes do endpoint deve ser aberta, mostrando um resumo do seu endpoint e das 
métricas que foram coletadas para seu endpoint.

As seções a seguir descrevem as guias na página de detalhes dos endpoints.

Monitoramento

Depois de criar um endpoint de SageMaker hospedagem, você pode monitorar seu endpoint usando 
a Amazon CloudWatch, que coleta dados brutos e os processa em métricas legíveis, quase em 
tempo real. Ao usar essas métricas, você pode acessar informações históricas e obter uma melhor 
visão do desempenho do endpoint. Para obter mais informações, consulte o Guia CloudWatch do 
usuário da Amazon.

Na guia Monitoramento na página de detalhes do endpoint, você pode visualizar os dados de 
CloudWatch métricas que foram coletados do seu endpoint.

A aba Monitoramento inclui as seções a seguir:

• Métricas operacionais: Visualize métricas que rastreiam a utilização dos recursos do seu endpoint, 
como a utilização da CPU e a utilização da memória.

• Métricas de invocação: visualize métricas que rastreiam o número, a integridade e o status das 
solicitações InvokeEndpoint que chegam ao seu endpoint, como erros do modelo de invocação 
e latência do modelo.

• Métricas de saúde: visualize métricas que monitoram a integridade geral do seu endpoint, como 
falhas de invocação e falhas de notificação.
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Para obter descrições detalhadas de cada métrica, consulte Monitorar SageMaker com CloudWatch.

A captura de tela a seguir mostra a seção Métricas operacionais para um endpoint sem servidor.
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Você pode ajustar o período e a estatística que deseja rastrear para as métricas em uma 
determinada seção, bem como o período durante o qual deseja visualizar os dados das métricas. 
Você também pode adicionar e remover widgets de métrica da visualização de cada seção 
escolhendo Adicionar widget. Na caixa de diálogo Adicionar widget, você pode selecionar e 
desmarcar as métricas que deseja ver.

As métricas disponíveis podem depender do seu tipo de endpoint. Por exemplo, endpoints sem 
servidor têm algumas métricas que não estão disponíveis para endpoints em tempo real. Para mais 
informações de métricas específicas por tipo de endpoint, consulte as páginas a seguir.

• Monitore um endpoint sem servidor

• Monitore um endpoint assíncrono

• Métricas do CW para implantações de endpoint de vários modelos

• Logs e métricas de pipeline de inferência

Configurações

Você pode escolher a guia Configurações para visualizar informações adicionais sobre seu endpoint, 
como as configurações da captura de dados, a configuração de endpoint e as tags.

Alarmes

Na guia Alarmes na página de detalhes do endpoint, você pode visualizar e criar alarmes métricos 
de limite estático simples, onde você especifica um valor limite para uma métrica. Se a métrica violar 
o valor limite, o alarme entrará no estado ALARM. Para obter mais informações sobre CloudWatch 
alarmes, consulte Usando CloudWatch alarmes da Amazon.

Na seção Resumo do Endpoint você pode visualizar o campo Alarmes, que informa quantos alarmes 
estão ativos atualmente em seu endpoint.

Para ver quais alarmes estão no estado ALARM, escolha a guia Alarmes. A guia Alarmes mostra uma 
lista completa dos alarmes do endpoint com detalhes sobre seu status e condições. A captura de tela 
a seguir mostra uma lista de alarmes nesta seção que foram configurados para um endpoint.
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O status de um alarme pode ser In alarm, OK ou Insufficient data se não houver dados de 
métricas suficientes sendo coletados.

Para criar um novo alarme para o endpoint, faça o seguinte:

1. Na guia Alarmes, escolha Criar alarme.

2. A página Criar alarme será aberta. Em Nome do alarme, digite um nome para o alarme.

3. (Opcional) Insira uma descrição do alarme.

4. Em Métrica, escolha a CloudWatch métrica que você deseja que o alarme rastreie.

5. Em Nome da variante, escolha a variante do modelo de endpoint que você deseja monitorar.

6. Em Estatística, escolha uma das estatísticas disponíveis para a métrica selecionada.

7. Em Período, escolha o período a ser usado para calcular cada valor de estatísticas. Por 
exemplo, se você escolher a estatística Média e um período de 5 minutos, cada ponto de dados 
monitorado pelo alarme é a média dos pontos de dados da métrica em intervalos de 5 minutos.

8. Em Períodos de avaliação, insira o número de pontos de dados que você deseja que o alarme 
considere ao avaliar se deve entrar no estado do alarme ou não.

9. Em Condição, escolha a condicional que você deseja usar para o limite de alarme.

10. Em Valor limite, insira o valor desejado para seu limite.

11. (Opcional) Para Notificação, você pode escolher Adicionar notificação para criar ou especificar 
um tópico do Amazon SNS que receba uma notificação quando o estado do alarme mudar.

12. Selecione Criar alarme.
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Depois de criar seu alarme, você pode retornar à guia Alarmes para ver seu status a qualquer 
momento. Nesta seção, você também pode selecionar o alarme e Editar ou Excluir o alarme.

Opções de hospedagem

Os tópicos a seguir descrevem as opções de hospedagem em SageMaker tempo real disponíveis, 
além de como configurar, invocar e excluir cada opção de hospedagem.

Tópicos

• Hospede um modelo único

• Hospedar vários modelos em um contêiner atrás de um endpoint

• Hospede vários modelos que usam contêineres diferentes atrás de um endpoint

• Hospede modelos junto com a lógica de pré-processamento como pipeline de inferência serial 
atrás de um endpoint

• Excluir endpoints e recursos

Hospede um modelo único

Você pode criar, atualizar e excluir endpoints de inferência em tempo real que hospedam um único 
modelo com o Amazon SageMaker Studio, oAWS SDK for Python (Boto3), o SageMaker Python 
SDK ou o. AWS CLI Para obter exemplos de procedimentos e códigos, consulteImplemente modelos 
para inferência em tempo real.

Hospedar vários modelos em um contêiner atrás de um endpoint

Os endpoints de vários modelos fornecem uma solução escalável e econômica para a implantação 
de um grande número de modelos. Eles melhoram a utilização do endpoint compartilhando a mesma 
frota de recursos e contêiner de serviço para hospedar todos os seus modelos. Isso reduz os custos 
de hospedagem, melhorando a utilização do endpoint em comparação com o uso de endpoints 
de modelo único. Ele também reduz a sobrecarga de implantação porque o Amazon SageMaker 
gerencia o carregamento de modelos na memória e o escalonamento deles com base nos padrões 
de tráfego para seu endpoint.

O diagrama a seguir mostra como os endpoints de vários modelos funcionam em comparação com 
os endpoints de modelo único.
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Os endpoints de vários modelos são ideais para hospedar um grande número de modelos que 
usam a mesma framework de ML em um contêiner de serviço compartilhado. Se você tem uma 
combinação de modelos acessados com frequência e modelos acessados com pouca frequência, 
um endpoint multimodelo pode servir eficientemente esse tráfego com menos recursos e maior 
economia de custos. Sua aplicação deve ser tolerante a penalidades de latência ocasionais 
relacionadas à inicialização a frio que ocorrem ao chamar modelos de uso pouco frequente.

Os endpoints multimodelo oferecem suporte à hospedagem de modelos baseados em CPU e GPU. 
Ao utilizar modelos com suporte a GPU, você pode reduzir os custos de implantação do modelo por 
meio do aumento do uso do endpoint e de suas instâncias de computação aceleradas subjacentes.

Os endpoints de vários modelos permitem compartilhar o tempo de recursos de memória entre seus 
modelos. Isso funciona melhor quando os modelos são muito semelhantes em tamanho e latência de 
invocação. Quando for o caso, os endpoints de vários modelos podem efetivamente usar instâncias 
em todos os modelos. Se você tiver modelos com transações por segundo (TPS) ou requisitos de 
latência significativamente maiores, recomendamos hospedá-los em endpoints dedicados.

Opções de hospedagem 4234



Amazon SageMaker Guia do Desenvolvedor

Você pode usar endpoints de vários modelos com os seguintes recursos:

• PrivateLink do AWS e VPCs

• Escalabilidade automática

• Pipelines de inferência de série (mas apenas um contêiner habilitado para vários modelos pode 
ser incluído em um pipeline de inferência)

• Testes A/B

Você não pode usar contêineres habilitados para multi-modelo com o Amazon Elastic Inference.

Você pode usar o AWS SDK for Python (Boto) ou o console do SageMaker para criar um endpoint de 
vários modelos. Para endpoints de vários modelos com suporte a CPU, você pode criar seu endpoint 
com contêineres personalizados integrando a biblioteca Multi Model Server.

Tópicos

• Algoritmos, frameworks e instâncias compatíveis

• Cadernos de exemplos para endpoints de vários modelos

• Como funcionam os endpoints de vários modelos

• Definindo o comportamento do armazenamento em cache do modelo de endpoint multimodelo do 
SageMaker

• Recomendações de instâncias para implantações de endpoint de vários modelos

• Criar um endpoint de vários modelos

• Invocar um endpoint de vários modelos

• Adicionar ou remover modelos

• Crie seu próprio contêiner para endpoints de vários modelos do SageMaker

• Segurança de endpoint de vários modelos

• Métricas do CloudWatch para implantações de endpoint de vários modelos

• Defina políticas de escalabilidade automática para implantações de endpoints de vários modelos

Algoritmos, frameworks e instâncias compatíveis

Para obter informações sobre os algoritmos, frameworks e tipos de instância que você pode usar 
com endpoints multi-modelo, consulte as seguintes seções.
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Algoritmos, frameworks e instâncias compatíveis para endpoints de vários modelos usando 
instâncias apoiadas por CPU

Os contêineres de inferência para os seguintes algoritmos e frameworks oferecem suporte a 
endpoints de vários modelos:

• Algoritmo XGBoost

• Algoritmo k-nearest neighbors (k-NN)

• Algoritmo de Aprendizagem linear

• Algoritmo RCF (Random Cut Forest)

• Use TensorFlow com a Amazon SageMaker

• Use o Scikit-learn com a Amazon SageMaker

• Use o Apache MXNet com a Amazon SageMaker

• Use PyTorch com a Amazon SageMaker

Para usar qualquer outra framework ou algoritmo, use o kit de ferramentas de inferência da 
SageMaker para construir um contêiner que ofereça suporte a endpoints de vários modelos. Para 
obter mais informações, consulte Crie seu próprio contêiner para endpoints de vários modelos do 
SageMaker.

Os endpoints de vários modelos oferecem suporte a todos os tipos de instância de CPU.

Algoritmos, frameworks e instâncias compatíveis para endpoints de vários modelos usando 
instâncias apoiadas por GPU

A hospedagem de vários modelos com suporte de GPU em endpoints de vários modelos é suportada 
pelo servidor SageMaker Triton Inference. Isso oferece suporte a todos os principais frameworks 
de inferência, como NVIDIA® TensorRT™, PyTorch, MXNet, Python, ONNX, XGBoost, scikit-learn, 
RandomForest, OpenVINO, C++ personalizado e muito mais.

Para utilizar qualquer outro framework ou algoritmo, você pode usar o backend Triton para Python 
ou C++ para escrever a lógica do seu modelo e servir qualquer modelo personalizado. Após ter o 
servidor pronto, você pode começar a implantar centenas de modelos de aprendizado profundo por 
trás de um único endpoint.

Os endpoints de vários modelos oferecem suporte aos seguintes tipos de instância de GPU:
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Família de 
instâncias

Tipo de 
instância

vCPUs GiB de 
memória por 
vCPU

GPUs Memória da 
GPU

p2 ml.p2.xlarge 4 15.25 1 12

p3 ml.p3.2xlarge 8 7,62 1 16

g5 ml.g5.xlarge 4 4 1 24

g5 ml.g5.2xlarge 8 4 1 24

g5 ml.g5.4xlarge 16 4 1 24

g5 ml.g5.8xlarge 32 4 1 24

g5 ml.g5.16x 
large

64 4 1 24

g4dn ml.g4dn.x 
large

4 4 1 16

g4dn ml.g4dn.2 
xlarge

8 4 1 16

g4dn ml.g4dn.4 
xlarge

16 4 1 16

g4dn ml.g4dn.8 
xlarge

32 4 1 16

g4dn ml.g4dn.1 
6xlarge

64 4 1 16

Cadernos de exemplos para endpoints de vários modelos

Para aprender mais sobre como usar endpoints multi-modelo, você pode experimentar os seguintes 
cadernos de exemplo:

• Exemplos de endpoints de vários modelos usando instâncias com suporte de CPU:

Opções de hospedagem 4237



Amazon SageMaker Guia do Desenvolvedor

• Exemplo de caderno multimodelo do Endpoint XGBoost — Este notebook mostra como 
implantar vários modelos do XGBoost em um endpoint.

• Caderno de exemplo de BYOC para endpoints de vários modelos – Este caderno demonstra 
como configurar e implantar um contêiner personalizado que suporta endpoints de vários 
modelos no SageMaker.

• Exemplos de endpoints de vários modelos usando instâncias com suporte de GPU:

• Execute vários modelos de aprendizado profundo em GPUs com endpoints de vários modelos 
(MME) do Amazon SageMaker — este notebook mostra como usar um contêiner NVIDIA Triton 
Inference para implantar modelos ResNet-50 em um endpoint multimodelo.

Para obter instruções sobre como criar e acessar instâncias de notebook Jupyter que você 
pode usar para executar os exemplos anteriores no SageMaker, consulte Instâncias do Amazon 
SageMaker Notebook. Depois de criar uma instância de caderno e abri-la, escolha a guia Exemplos 
do SageMaker para ver uma lista de todos os exemplos do SageMaker. O caderno de endpoint de 
vários modelos está localizado na seção FUNCIONALIDADE AVANÇADA. Para abrir um bloco de 
anotações, escolha sua guia Use (Uso) e depois escolha Create copy (Criar cópia).

Para obter mais informações sobre casos de uso para endpoints de vários modelos, consulte os 
seguintes blogs e recursos:

• Vídeo: Hospedando milhares de modelos no SageMaker

• Vídeo: SageMaker ML para SaaS

• Blog: Como escalar a inferência de machine learning para casos de uso de SaaS multilocatário

• Estudo de caso: Veeva Systems

Como funcionam os endpoints de vários modelos

O SageMaker gerencia o ciclo de vida dos modelos hospedados em endpoint de vários modelos na 
memória do contêiner. Em vez de fazer download de todos os modelos de um bucket do Amazon S3 
no contêiner ao criar o endpoint, o SageMaker os carrega dinamicamente quando você os invoca. 
Quando o SageMaker recebe uma solicitação de invocação de um modelo específico, ele faz o 
seguinte:

1. Roteia a solicitação para uma instância por trás do endpoint.

2. Faz download do modelo do bucket do S3 para o volume de armazenamento dessa instância.
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3. Carrega o modelo na memória do contêiner (CPU ou GPU, dependendo se você tem instâncias 
suportadas por CPU ou GPU) naquela instância de computação acelerada. Se o modelo já estiver 
carregado na memória do contêiner, a invocação será mais rápida porque o SageMaker não 
precisa fazer download e carregá-lo.

O SageMaker continua a rotear as solicitações de um modelo para a instância em que o modelo 
já está carregado. No entanto, se o modelo receber muitas solicitações de invocação e houver 
instâncias adicionais para o endpoint de vários modelos, o SageMaker roteará algumas solicitações 
para outra instância para acomodar o tráfego. Se o modelo ainda não estiver carregado na segunda 
instância, o modelo será obtido por download no volume de armazenamento dessa instância e 
carregado na memória do contêiner.

Quando a utilização de memória de uma instância é alta, e o SageMaker precisa carregar outro 
modelo na memória, ele descarrega modelos não utilizados do contêiner dessa instância para 
garantir que haja memória suficiente para carregar o modelo. Os modelos que são descarregados 
permanecem no volume de armazenamento da instância e podem ser carregados na memória do 
contêiner mais tarde sem serem obtidos por download novamente do bucket do S3. Se o volume de 
armazenamento da instância atingir sua capacidade, o SageMaker excluirá todos os modelos não 
utilizados do volume de armazenamento.

Para excluir um modelo, pare de enviar solicitações e exclua-o do bucket do S3. O SageMaker 
fornece capacidade de endpoint de vários modelos em um contêiner de serviço. Adicionar modelos 
e excluí-los de um endpoint de vários modelos não requer a atualização do endpoint propriamente 
dito. Para adicionar um modelo, faça upload dele para o bucket do S3 e comece a invocá-lo. Você 
não precisa de alterações de código para usá-lo.

Note

Quando você atualiza um endpoint multi-modelo, as solicitações de invocação inicial 
no endpoint podem apresentar latências mais altas, à medida que o Smart Routing em 
endpoints de vários modelos se adapta ao padrão de tráfego. No entanto, depois que 
aprende seu padrão de tráfego, você pode experimentar baixas latências nos modelos 
usados com mais frequência. Modelos usados com menos frequência podem incorrer em 
algumas latências de inicialização a frio, pois os modelos são carregados dinamicamente em 
uma instância.
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Definindo o comportamento do armazenamento em cache do modelo de endpoint multimodelo do 
SageMaker

Por padrão, os endpoints de vários modelos armazenam em cache os modelos usados com 
frequência na memória (CPU ou GPU, dependendo se você tem instâncias baseadas em CPU 
ou GPU) e no disco para fornecer inferência de baixa latência. Os modelos em cache são 
descarregados e/ou excluídos do disco somente quando um contêiner fica sem memória ou espaço 
em disco para acomodar um modelo recém-direcionado.

Você pode alterar o comportamento do armazenamento em cache de um endpoint de vários 
modelos e habilitar ou desabilitar explicitamente o cache do modelo definindo o parâmetro
ModelCacheSetting ao chamar create_model.

Recomendamos definir o valor do parâmetro ModelCacheSetting em Disabled para casos 
de uso que não se beneficiam do armazenamento em cache do modelo. Por exemplo, quando 
um grande número de modelos precisa ser servido a partir do endpoint, mas cada modelo é 
invocado apenas uma vez (ou com pouca frequência). Para esses casos de uso, definir o valor do 
parâmetro ModelCacheSetting em Disabled para permitir maiores transações por segundo 
(TPS) para invoke_endpoint solicitações em comparação com o modo de cache padrão. O 
TPS mais alto nesses casos de uso ocorre porque o SageMaker faz o seguinte após a solicitação
invoke_endpoint.

• Descarrega assincronamente o modelo da memória e o exclui do disco imediatamente após ser 
invocado.

• Fornece maior simultaneidade para baixar e carregar modelos no contêiner de inferência. Para 
endpoints com suporte de CPU e GPU, a simultaneidade é um fator do número de vCPUs da 
instância do contêiner.

Para obter diretrizes sobre como escolher um tipo de instância de ML do SageMaker para um 
endpoint multimodelo, consulte Recomendações de instâncias para implantações de endpoint de 
vários modelos.

Recomendações de instâncias para implantações de endpoint de vários modelos

Há vários itens a serem considerados ao selecionar um tipo de instância do SageMaker ML para um 
endpoint multimodelo.

• Provisione capacidade suficiente do Amazon Elastic Block Store (Amazon EBS) para todos os 
modelos que precisam ser atendidos.
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• Equilibre o desempenho (minimize as inicializações a frio) e o custo (não provisione a capacidade 
da instância além do necessário). Para obter informações sobre o tamanho do volume de 
armazenamento anexado pelo SageMaker a cada tipo de instância para um endpoint e um 
endpoint de vários modelos, consulte Hospedar volumes de armazenamento de instâncias.

• Para um contêiner configurado para ser executado no modo MultiModel, o volume de 
armazenamento provisionado para suas instâncias é maior do que o padrão do modo
SingleModel. Isso permite que mais modelos sejam armazenados em cache no volume de 
armazenamento da instância do que no modo SingleModel.

Ao escolher um tipo de instância do SageMaker ML, considere o seguinte:

• Os endpoints multi-modelo são atualmente suportados para todos os tipos de instância com CPU e 
em tipos de instância com uma única GPU.

• Para a distribuição de tráfego (padrões de acesso) para os modelos que você deseja hospedar 
atrás de endpoints de vários modelos, juntamente com o tamanho do modelo (quantos modelos 
podem ser carregados na memória na instância), tenha em mente as seguintes informações:

• Pense na quantidade de memória em uma instância como o espaço de cache para carregar 
modelos, e considere o número de vCPUs como o limite de concorrência para realizar inferência 
nos modelos carregados (assumindo que a invocação de um modelo está vinculada à CPU).

• Para instâncias com suporte a CPU, o número de vCPUs impacta suas invocações máximas 
concorrentes por instância (assumindo que a invocação de um modelo está vinculada à 
CPU). Uma quantidade maior de vCPUs permite que você invoque mais modelos exclusivos 
simultaneamente.

• Para instâncias com suporte a GPU, uma quantidade maior de memória da instância e da 
GPU permite que você tenha mais modelos carregados e prontos para atender solicitações de 
inferência.

• Para instâncias suportadas por CPU e GPU, tenha alguma memória "folga" disponível para 
que os modelos não utilizados possam ser descarregados e, especialmente, para endpoints 
multimodelos com múltiplas instâncias. Se uma instância ou zona de disponibilidade falhar, os 
modelos nessas instâncias serão redirecionados para outras instâncias por trás do endpoint.

• Determine a sua tolerância aos tempos de carregamento/download:

• As famílias de tipos de instância d (por exemplo, m5d, c5d ou r5d) e g5s vêm com um SSD 
NVMe (non-volatile memory express), que oferece alto desempenho de I/O e pode reduzir o 
tempo necessário para baixar modelos para o volume de armazenamento e para o contêiner 
carregar o modelo a partir do volume de armazenamento.
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• Como os tipos de instância d vêm com um armazenamento SSD NVMe, o SageMaker não 
anexa um volume de armazenamento do Amazon EBS a essas instâncias de computação 
de ML que hospeda o endpoint de vários modelos. A escalabilidade automática funciona 
melhor quando os modelos têm tamanhos semelhantes e são homogêneos, ou seja, quando 
apresentam latência de inferência e requisitos de recursos semelhantes.

Você também pode usar as seguintes orientações para ajudar a otimizar o carregamento de modelos 
em seus endpoints de vários modelos:

Escolher um tipo de instância que não consiga armazenar todos os modelos de destino na memória

Em alguns casos, você pode optar por reduzir custos escolhendo um tipo de instância que não 
pode armazenar todos os modelos-alvo na memória de uma vez. O SageMaker descarrega 
dinamicamente modelos quando fica sem memória para liberar espaço para um novo modelo 
direcionado. Para modelos solicitados com pouca frequência, você sacrifica a latência dinâmica de 
carregamento. Em casos com necessidades de latência mais rigorosas, você pode optar por tipos de 
instância maiores ou mais instâncias. Investir tempo antecipadamente em testes de desempenho e 
análise ajuda a garantir implantações bem-sucedidas em produção.

Avaliando as ocorrências no cache do seu modelo

As métricas do Amazon CloudWatch podem ajudar você a avaliar seus modelos. Para obter mais 
informações sobre métricas que você pode usar com endpoints de vários modelos, consulte Métricas 
do CloudWatch para implantações de endpoint de vários modelos .

Você pode usar a estatística Average da métrica ModelCacheHit para monitorar a proporção de 
solicitações em que o modelo já está carregado. Você pode usar a estatística SampleCount da 
métrica ModelUnloadingTime para monitorar o número de solicitações de descarga enviadas 
ao contêiner durante um período de tempo. Se os modelos estiverem sendo descarregados com 
muita frequência (um indicador de thrashing, onde os modelos são descarregados e carregados 
novamente porque há espaço insuficiente no cache para o conjunto de modelos em uso), considere 
usar um tipo de instância maior com mais memória ou aumentar o número de instâncias por trás do 
endpoint multimodelo. Para endpoints de vários modelos com várias instâncias, esteja ciente de que 
um modelo pode ser carregado em mais de 1 instância.

Criar um endpoint de vários modelos

Você pode usar o console do SageMaker ou o AWS SDK for Python (Boto) para criar um endpoint 
de vários modelos. Para criar um endpoint baseado em CPU ou GPU por meio do console, consulte 
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o procedimento do console nas seções a seguir. Se você quiser criar um endpoint multimodelo com 
o AWS SDK for Python (Boto), use o procedimento de CPU ou GPU nas seções a seguir. Os fluxos 
de trabalho da CPU e da GPU são semelhantes, mas têm várias diferenças, como os requisitos de 
contêiner.

Tópicos

• Criar um endpoint multimodelo (console)

• Criar um endpoint de vários modelos usando CPUs com o AWS SDK for Python (Boto3)

• Criar um endpoint de vários modelos usando GPUs com o AWS SDK for Python (Boto3)

Criar um endpoint multimodelo (console)

Você pode criar endpoints de vários modelos com suporte de CPU e GPU por meio do console. 
Use o seguinte procedimento para criar um endpoint de vários modelos por meio do console do 
SageMaker.

Como criar um endpoint de vários modelos (console)

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Escolha Model (Modelo). No grupo Inference (Inferência), escolha Create model (Criar modelo).

3. Em Model name (Nome do modelo), insira um nome.

4. Para Função do IAM, escolha ou crie uma função do IAM que tenha a política
AmazonSageMakerFullAccess do IAM anexada.

5. Na seção Definição do contêiner para Fornecer opções de imagem de inferência e artefatos de 
modelo, escolha Usar vários modelos.
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6. Para a imagem de contêiner de inferência, insira o caminho do Amazon ECR para a imagem de 
contêiner desejada.
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Para modelos de GPU, você deve usar um contêiner com suporte de NVIDIA Triton Inference 
Server. Para obter uma lista de imagens de contêiner que funcionam com endpoints suportados 
por GPU, consulte os contêineres de inferência NVIDIA Triton (somente suporte para SM). Para 
obter mais informações sobre o NVIDIA Triton Inference Server, consulte Usar o Triton Inference 
Server com o SageMaker .

7. Escolha Create model (Criar modelo).

8. Implante seu endpoint de vários modelos como faria com um endpoint de modelo único. Para 
obter instruções, consulte Implante o modelo em serviços SageMaker de hospedagem.

Criar um endpoint de vários modelos usando CPUs com o AWS SDK for Python (Boto3)

Use a seção a seguir para criar um endpoint multimodelo com suporte de instâncias de CPU. Você 
cria um endpoint de vários modelos usando as APIs create_model, create_endpoint_config
e create_endpoint do Amazon SageMaker da mesma forma que criaria um endpoint de modelo 
único, mas com duas alterações. Ao definir o contêiner do modelo, você precisa passar um novo
Mode valor de parâmetro, MultiModel. Você também precisa passar o campo ModelDataUrl
que especifica o prefixo do Amazon S3 em que os artefatos do modelo estão localizados, em vez do 
caminho para um artefato de modelo único como faria ao implantar um único modelo.

Para obter um caderno de exemplo que usa o SageMaker para implantar vários modelos XGBoost 
em um endpoint, consulte Caderno de exemplos XGBoost para endpoint de vários modelos.

O procedimento a seguir descreve as principais etapas usadas nesse exemplo para criar um 
endpoint de vários modelos apoiado por CPU.

Para implantar o modelo (AWS SDK para Python (Boto 3))

1. Obtenha um contêiner com uma imagem que ofereça suporte à implantação de endpoints de 
vários modelos. Para obter uma lista de algoritmos integrados e contêineres de framework que 
oferecem suporte a endpoints de vários modelos, consulte Algoritmos, frameworks e instâncias 
compatíveis. Neste exemplo, usamos o algoritmo integrado Algoritmo k-nearest neighbors (k-
NN). Chamamos a função utilitária image_uris.retrieve() do SageMaker Python SDK para 
obter o endereço da imagem do algoritmo integrado K-Nearest Neighbors.

import sagemaker
region = sagemaker_session.boto_region_name
image = sagemaker.image_uris.retrieve("knn",region=region)
container = {  
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              'Image':        image, 
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
              'Mode':         'MultiModel' 
            }

2. Obtenha um cliente do AWS SDK for Python (Boto3) SageMaker e crie o modelo que usa esse 
contêiner.

import boto3
sagemaker_client = boto3.client('sagemaker')
response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [container])

3. (Opcional) Se você estiver usando um pipeline de inferência serial, obtenha os contêineres 
adicionais para inclusão no pipeline e inclua-os no argumento Containers do CreateModel:

preprocessor_container = {  
               'Image': 
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<PREPROCESSOR_IMAGE>:<TAG>' 
            }

multi_model_container = {  
              'Image': 
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<IMAGE>:<TAG>', 
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
              'Mode':         'MultiModel' 
            }

response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [preprocessor_container, multi_model_container] 
            )

Note

Você só pode usar um endpoint habilitado para vários modelos em um pipeline de 
inferência serial.
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4. (Opcional) Se o seu caso de uso não se beneficia do cache de modelo, defina o valor do 
campo ModelCacheSetting do parâmetro MultiModelConfig como Disabled e 
inclua-o no argumento Container da chamada para create_model. O valor do campo
ModelCacheSetting é Enabled por padrão.

container = {  
                'Image': image,  
                'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
                'Mode': 'MultiModel'  
                'MultiModelConfig': { 
                        // Default value is 'Enabled' 
                        'ModelCacheSetting': 'Disabled' 
                } 
           }

response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [container] 
            )

5. Configure o endpoint de vários modelos para o modelo. Recomendamos configurar seus 
endpoints com pelo menos duas instâncias. Isso permite que o SageMaker forneça um conjunto 
altamente disponível de previsões em várias zonas de disponibilidade para os modelos.

response = sagemaker_client.create_endpoint_config( 
                EndpointConfigName = '<ENDPOINT_CONFIG_NAME>', 
                ProductionVariants=[ 
                     { 
                        'InstanceType':        'ml.m4.xlarge', 
                        'InitialInstanceCount': 2, 
                        'InitialVariantWeight': 1, 
                        'ModelName':             '<MODEL_NAME>', 
                        'VariantName':          'AllTraffic' 
                      } 
                ] 
           )
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Note

Você só pode usar um endpoint habilitado para vários modelos em um pipeline de 
inferência serial.

6. Crie o endpoint de vários modelos usando os parâmetros EndpointName e
EndpointConfigName.

response = sagemaker_client.create_endpoint( 
              EndpointName       = '<ENDPOINT_NAME>', 
              EndpointConfigName = '<ENDPOINT_CONFIG_NAME>')

Criar um endpoint de vários modelos usando GPUs com o AWS SDK for Python (Boto3)

Utilize a seguinte seção para criar um endpoint multimodelo com suporte a GPU. Você cria um 
endpoint de vários modelos usando as APIs create_model, create_endpoint_config e
create_endpoint do Amazon SageMaker da mesma forma que criaria um endpoint de modelo 
único, mas com duas alterações. Ao definir o contêiner do modelo, você precisa passar um novo
Mode valor de parâmetro, MultiModel. Você também precisa passar o campo ModelDataUrl
que especifica o prefixo do Amazon S3 em que os artefatos do modelo estão localizados, em vez do 
caminho para um artefato de modelo único como faria ao implantar um único modelo. Para endpoints 
de vários modelos baseados em GPU, você também deve usar um contêiner com o NVIDIA Triton 
Inference Server que seja otimizado para execução em instâncias de GPU. Para obter uma lista de 
imagens de contêiner que funcionam com endpoints suportados por GPU, consulte os contêineres de 
inferência NVIDIA Triton (somente suporte para SM).

Para ver um exemplo de caderno que demonstra como criar um endpoint multimodelo com suporte 
de GPUs, consulte Executar vários modelos de aprendizado profundo em GPUs com endpoints de 
vários modelos (MME) do Amazon SageMaker.

O procedimento a seguir destaca as etapas principais para criar um endpoints de vários modelos 
com suporte a GPUs.

Para implantar o modelo (AWS SDK para Python (Boto 3))

1. Defina a imagem de contêiner. Para criar um endpoint multimodelo com suporte de GPU 
para modelos ResNet, defina o contêiner para usar a imagem do NVIDIA Triton Server. Esse 
contêiner oferece suporte a endpoints de vários modelos e é otimizado para execução em 
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instâncias de GPU. Chamamos a função utilitária image_uris.retrieve() do SageMaker 
Python SDK para obter o endereço da imagem. Por exemplo:

import sagemaker
region = sagemaker_session.boto_region_name

// Find the sagemaker-tritonserver image at  
// https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-triton/
resnet50/triton_resnet50.ipynb
// Find available tags at https://github.com/aws/deep-learning-containers/blob/
master/available_images.md#nvidia-triton-inference-containers-sm-support-only

image = "<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-
tritonserver:<TAG>".format( 
    account_id=account_id_map[region], region=region
)

container = {  
              'Image':        image, 
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
              'Mode':         'MultiModel', 
              "Environment": {"SAGEMAKER_TRITON_DEFAULT_MODEL_NAME": "resnet"}, 
            }

2. Obtenha um cliente do AWS SDK for Python (Boto3) SageMaker e crie o modelo que usa esse 
contêiner.

import boto3
sagemaker_client = boto3.client('sagemaker')
response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [container])

3. (Opcional) Se você estiver usando um pipeline de inferência serial, obtenha os contêineres 
adicionais para inclusão no pipeline e inclua-os no argumento Containers do CreateModel:

preprocessor_container = {  
               'Image': 
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<PREPROCESSOR_IMAGE>:<TAG>' 
            }
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multi_model_container = {  
              'Image': 
 '<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/<IMAGE>:<TAG>', 
              'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
              'Mode':         'MultiModel' 
            }

response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [preprocessor_container, multi_model_container] 
            )

Note

Você só pode usar um endpoint habilitado para vários modelos em um pipeline de 
inferência serial.

4. (Opcional) Se o seu caso de uso não se beneficia do cache de modelo, defina o valor do 
campo ModelCacheSetting do parâmetro MultiModelConfig como Disabled e 
inclua-o no argumento Container da chamada para create_model. O valor do campo
ModelCacheSetting é Enabled por padrão.

container = {  
                'Image': image,  
                'ModelDataUrl': 's3://<BUCKET_NAME>/<PATH_TO_ARTIFACTS>', 
                'Mode': 'MultiModel'  
                'MultiModelConfig': { 
                        // Default value is 'Enabled' 
                        'ModelCacheSetting': 'Disabled' 
                } 
           }

response = sagemaker_client.create_model( 
              ModelName        = '<MODEL_NAME>', 
              ExecutionRoleArn = role, 
              Containers       = [container] 
            )
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5. Configurar o Endpoints de vários modelos com instâncias suportadas por GPU para o modelo. 
Recomendamos configurar seus endpoints com mais de uma instância para permitir alta 
disponibilidade e maiores ocorrências no cache.

response = sagemaker_client.create_endpoint_config( 
                EndpointConfigName = '<ENDPOINT_CONFIG_NAME>', 
                ProductionVariants=[ 
                     { 
                        'InstanceType':        'ml.g4dn.4xlarge', 
                        'InitialInstanceCount': 2, 
                        'InitialVariantWeight': 1, 
                        'ModelName':             '<MODEL_NAME>', 
                        'VariantName':          'AllTraffic' 
                      } 
                ] 
           )

6. Crie o endpoint de vários modelos usando os parâmetros EndpointName e
EndpointConfigName.

response = sagemaker_client.create_endpoint( 
              EndpointName       = '<ENDPOINT_NAME>', 
              EndpointConfigName = '<ENDPOINT_CONFIG_NAME>')

Invocar um endpoint de vários modelos

Para invocar um endpoint de vários modelos, use o invoke_endpoint do tempo de execução 
do SageMaker da mesma forma como faria para invocar um endpoint de modelo único, com uma 
alteração. Passe um novo parâmetro TargetModel especificando qual dos modelos do endpoint 
será o destino. A solicitação do tempo de execução do SageMaker InvokeEndpoint oferece 
suporte a X-Amzn-SageMaker-Target-Model como um novo cabeçalho que segue o caminho 
relativo do modelo especificado para invocação. O sistema SageMaker constrói o caminho absoluto 
do modelo combinando o prefixo fornecido como parte da chamada da API CreateModel com o 
caminho relativo do modelo.

Os procedimentos a seguir são os mesmos para endpoints de vários modelos suportados por CPU e 
GPU.
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AWS SDK for Python (Boto 3)

A solicitação de previsão de exemplo a seguir usa o AWSSDK para Python (Boto 3) no caderno 
de exemplo.

response = runtime_sagemaker_client.invoke_endpoint( 
                        EndpointName = "<ENDPOINT_NAME>", 
                        ContentType  = "text/csv", 
                        TargetModel  = "<MODEL_FILENAME>.tar.gz", 
                        Body         = body)

AWS CLI

O exemplo a seguir mostra como fazer uma solicitação CSV com duas linhas usando o AWS 
Command Line Interface (AWS CLI):

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name "<ENDPOINT_NAME>" \ 
  --body "1.0,2.0,5.0"$'\n'"2.0,3.0,4.0" \ 
  --content-type "text/csv" \ 
  --target-model "<MODEL_NAME>.tar.gz"
  output_file.txt

Um output_file.txt com informações sobre suas solicitações de inferência é feito se a 
inferência for bem-sucedida. Para obter mais exemplos de como fazer previsões com oAWS CLI, 
consulte Como fazer previsões com o AWS CLI na documentação do SageMaker Python SDK.

O endpoint de vários modelos carrega dinamicamente os modelos de destino conforme necessário. 
Você observará isso quando executar o MME Sample Notebook à medida que ele itera as 
invocações aleatórias em relação a vários modelos de destino hospedados por trás de um único 
endpoint. O primeiro pedido para um determinado modelo leva mais tempo porque o modelo precisa 
ser baixado do Amazon Simple Storage Service (Amazon S3) e carregado na memória. Isso é 
chamado de inicialização a frio e espera-se que, em terminais de vários modelos, seja otimizado 
para melhor relação preço/desempenho para os clientes. As chamadas subsequentes terminam mais 
rapidamente porque não há sobrecarga adicional após o modelo ter sido carregado.
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Note

Para instâncias com suporte a GPU, o código de resposta HTTP 507 do contêiner GPU 
indica falta de memória ou outros recursos. Isso faz com que modelos não utilizados sejam 
descarregados do contêiner para carregar modelos mais frequentemente usados.

Repetir solicitações em erros ModelNotReadyException

Na primeira vez que você chama invoke_endpoint para um modelo, o modelo é baixado do 
Amazon Simple Storage Service e carregado no contêiner de inferência. Isso faz com que a primeira 
chamada demore mais para retornar. As chamadas subsequentes para o mesmo modelo terminam 
mais rapidamente, porque o modelo já está carregado.

O SageMaker retorna uma resposta para uma chamada para invoke_endpoint em até 60 
segundos. Alguns modelos são grandes demais para serem baixados em 60 segundos. Se o 
modelo não terminar de carregar antes do limite de tempo limite de 60 segundos, a solicitação
invoke_endpoint retornará com o código de erro ModelNotReadyException e o modelo 
continuará sendo baixado e carregado no contêiner de inferência por até 360 segundos. Se você 
receber um código de erro ModelNotReadyException para uma solicitação invoke_endpoint, 
tente fazer a solicitação novamente. Por padrão, os AWS SDKs para Python (Boto 3) (usando o 
modo de repetição Legacy) e as solicitações de repetição de Java resultam em invoke_endpoint
erros ModelNotReadyException. Você pode configurar a estratégia de repetição para continuar 
repetindo a solicitação por até 360 segundos. Se você espera que seu modelo leve mais de 60 
segundos para ser baixado e carregado no contêiner, defina o tempo limite do soquete do SDK 
para 70 segundos. Para obter mais informações sobre como configurar a estratégia de repetição 
para o AWS SDK for Python (Boto3), consulte Configurando um modo de repetição. O código 
a seguir mostra um exemplo que configura a estratégia de repetição para repetir as chamadas
invoke_endpoint por até 180 segundos.

import boto3
from botocore.config import Config

# This example retry strategy sets the retry attempts to 2.  
# With this setting, the request can attempt to download and/or load the model  
# for upto 180 seconds: 1 orginal request (60 seconds) + 2 retries (120 seconds)
config = Config( 
    read_timeout=70, 
    retries={ 
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        'max_attempts': 2  # This value can be adjusted to 5 to go up to the 360s max 
 timeout 
    }
)
runtime_sagemaker_client = boto3.client('sagemaker-runtime', config=config)

Adicionar ou remover modelos

Você pode implantar modelos adicionais em um endpoint de vários modelos e invocá-los por meio 
desse endpoint imediatamente. Ao adicionar um novo modelo, você não precisará atualizar ou 
reduzir o endpoint, assim, evitará o custo de criar e executar um endpoint separado para cada novo 
modelo. O processo de adição e remoção de modelos é o mesmo para endpoints de vários modelos 
suportados por CPU e GPU.

O SageMaker descarrega modelos não utilizados do contêiner quando a instância está atingindo 
a capacidade de memória e mais modelos precisam ser baixados para o contêiner. O SageMaker 
também exclui artefatos de modelo não utilizados do volume de armazenamento da instância quando 
o volume está atingindo a capacidade máxima e novos modelos precisam ser baixados. A primeira 
invocação para um modelo recém-adicionado leva mais tempo porque o endpoint leva tempo para 
baixar o modelo do S3 para a memória do contêiner na instância que hospeda o endpoint

Com o endpoint já em execução, copie um novo conjunto de artefatos de modelo para o local do 
Amazon S3 em que você armazena seus modelos.

# Add an AdditionalModel to the endpoint and exercise it
aws s3 cp AdditionalModel.tar.gz s3://my-bucket/path/to/artifacts/

Important

Para atualizar um modelo, proceda como faria ao adicionar um novo modelo. Use um nome 
novo e exclusivo. Não substitua artefatos de modelo no Amazon S3 porque a versão antiga 
do modelo ainda pode estar carregada nos contêineres ou no volume de armazenamento 
das instâncias no endpoint. As invocações para o novo modelo poderiam, assim, invocar a 
versão antiga do modelo.

Os aplicativos cliente podem solicitar previsões do modelo de destino adicional assim que forem 
armazenados no S3.

response = runtime_sagemaker_client.invoke_endpoint( 
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                        EndpointName='<ENDPOINT_NAME>', 
                        ContentType='text/csv', 
                        TargetModel='AdditionalModel.tar.gz', 
                        Body=body)

Para excluir um modelo de um endpoint de vários modelos, pare de invocar o modelo dos clientes e 
remova-o do local do S3 em que os artefatos de modelo são armazenados.

Crie seu próprio contêiner para endpoints de vários modelos do SageMaker

Consulte as seções a seguir para trazer seu próprio contêiner e dependências para endpoints de 
vários modelos.

Tópicos

• Traga suas próprias dependências para endpoints de vários modelos em instâncias com suporte 
do CPU

• Traga suas próprias dependências para endpoints de vários modelos em instâncias suportadas 
por GPU

• Use o kit de ferramentas de inferência do SageMaker

• Contrato para contêineres personalizados para endpoints de vários modelos

Traga suas próprias dependências para endpoints de vários modelos em instâncias com suporte do 
CPU

Se nenhuma das imagens de contêiner pré-criadas atender às suas necessidades, você poderá criar 
seu próprio contêiner para uso com endpoints de vários modelos com suporte do CPU.

Espera-se que as imagens personalizadas do Amazon Elastic Container Registry (Amazon ECR) 
implantadas no Amazon SageMaker sigam o contrato básico descrito em Usar seu próprio código de 
inferência com serviços de hospedagem que governa como o SageMaker interage com um contêiner 
Docker que executa seu próprio código de inferência. Para que um contêiner seja capaz de carregar 
e atender a vários modelos simultaneamente, há APIs e comportamentos adicionais que devem 
ser seguidos. Este contrato adicional inclui novas APIs para carregar, listar, obter e descarregar 
modelos, e uma API diferente para invocar modelos. Há também comportamentos diferentes para 
cenários de erro que as APIs precisam cumprir. Para indicar que o contêiner está em conformidade 
com os requisitos adicionais, você pode adicionar o seguinte comando ao arquivo do Docker:

LABEL com.amazonaws.sagemaker.capabilities.multi-models=true
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O SageMaker também injeta uma variável de ambiente no contêiner.

SAGEMAKER_MULTI_MODEL=true

Se você estiver criando um endpoint de vários modelos para uma linha de pipeline de inferência 
serial, seu arquivo Docker deverá ter os rótulos necessários tanto para pipelines de inferência serial 
quanto para pipelines de vários modelos. Para mais informações sobre pipelines de informações 
seriais, consulte Executar previsões em tempo real com um pipeline de inferência.

Para ajudá-lo a implementar esses requisitos para um contêiner personalizado, duas bibliotecas 
estão disponíveis:

• Multi Model Server é uma estrutura de código aberto que pode ser instalada em contêineres 
para servir aos modelos de machine learning e fornecer o front-end que atende aos requisitos 
das novas APIs de contêiner de endpoint de vários modelos. Ela fornece os recursos de 
gerenciamento de modelos e o front-end HTTP exigidos pelos endpoints de vários modelos 
para hospedar vários modelos em um único contêiner, carregar modelos e descarregar modelos 
para dentro e fora do contêiner dinamicamente, e executa a inferência em um modelo carregado 
especificado. Ela também fornece um back-end conectável compatível com um manipulador de 
back-end conectável personalizado em que você pode implementar seu próprio algoritmo.

• Kit de ferrametnas de inferência do SageMaker é uma biblioteca que inicializa o Multi Model 
Server com uma configuração e definições que o tornam compatível com endpoints multimodelo 
SageMaker. Ela também permite ajustar parâmetros de desempenho importantes, como o número 
de operadores por modelo, dependendo das necessidades do seu cenário.

Traga suas próprias dependências para endpoints de vários modelos em instâncias suportadas por 
GPU

Atualmente, o recurso Bring Your Own Container (BYOC) em endpoints de vários modelos com 
instâncias baseadas em GPU não é suportado pelas bibliotecas Multi Model Server e SageMaker 
Inference Toolkit.

Para criar endpoints multi-modelo com instâncias suportadas por GPU, você pode usar o Servidor 
de Inferência NVIDIA Triton suportado pelo SageMaker, com os Contêineres de Inferência NVIDIA 
Triton. Para trazer suas próprias dependências, você pode criar seu próprio contêiner com o NVIDIA 
Triton Inference Server compatível com o SageMaker como imagem base para seu arquivo Docker:

FROM 301217895009.dkr.ecr.us-west-2.amazonaws.com/sagemaker-tritonserver:22.07-py3
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Important

Os contêineres com o Triton Inference Server são os únicos contêineres compatíveis que 
você pode usar para endpoints de vários modelos com suporte de GPU.

Use o kit de ferramentas de inferência do SageMaker

Note

O kit de ferramentas de inferência do SageMaker só é compatível com endpoints de vários 
modelos com suporte de CPU. O kit de ferramentas de inferência do SageMaker atualmente 
não é suportado para endpoints de vários modelos com suporte de GPU.

Contêineres pré-construídos que oferecem suporte a endpoints de vários modelos estão listados 
em Algoritmos, frameworks e instâncias compatíveis. Se você quiser usar qualquer outra estrutura 
de trabalho ou algoritmo, será necessário criar um contêiner. A maneira mais fácil de fazer isso 
é usando o kit de ferramentas de inferência do SageMaker para ampliar um contêiner pré-criado 
existente. O kit de ferramentas de inferência do SageMaker é uma implantação para o servidor de 
vários modelos (MMS) que cria endpoints que podem ser implantados no SageMaker. Para obter um 
exemplo de bloco de anotações que mostra como configurar e implantar um contêiner personalizado 
que oferece suporte a endpoints de vários modelos no SageMaker, consulte Caderno de exemplo do 
BYOC para endpoint de vários modelos.

Note

O kit de ferrametnas de inferência do SageMaker oferece suporte apenas a manipuladores 
de modelos do Python. Se você quiser implementar o manipulador em qualquer outra 
linguagem, será necessário criar seu próprio contêiner que implementa as APIs adicionais 
do endpoint de vários modelos. Para obter mais informações, consulte Contrato para 
contêineres personalizados para endpoints de vários modelos.

Como ampliar um contêiner usando o toolkit de inferência do SageMaker

1. Crie um manipulador de modelo. O MMS espera um manipulador de modelo, que é um arquivo 
Python que implementa funções para pré-processar, obter previsões do modelo e processar a 
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saída em um manipulador de modelo. Para obter um exemplo de um manipulador de modelo, 
consulte model_handler.py no bloco de anotações de exemplo.

2. Importe o toolkit de inferência e use sua função model_server.start_model_server
para iniciar o MMS. O exemplo a seguir é do arquivo dockerd-entrypoint.py do bloco de 
anotações de exemplo. Observe que a chamada para model_server.start_model_server
transmite o manipulador de modelo descrito na etapa anterior:

import subprocess
import sys
import shlex
import os
from retrying import retry
from subprocess import CalledProcessError
from sagemaker_inference import model_server

def _retry_if_error(exception): 
    return isinstance(exception, CalledProcessError or OSError)

@retry(stop_max_delay=1000 * 50, 
       retry_on_exception=_retry_if_error)
def _start_mms(): 
    # by default the number of workers per model is 1, but we can configure it 
 through the 
    # environment variable below if desired. 
    # os.environ['SAGEMAKER_MODEL_SERVER_WORKERS'] = '2' 
    model_server.start_model_server(handler_service='/home/model-server/
model_handler.py:handle')

def main(): 
    if sys.argv[1] == 'serve': 
        _start_mms() 
    else: 
        subprocess.check_call(shlex.split(' '.join(sys.argv[1:]))) 

    # prevent docker exit 
    subprocess.call(['tail', '-f', '/dev/null']) 
     
main()

3. No Dockerfile, copie o manipulador de modelo da primeira etapa e especifique o arquivo 
Python da etapa anterior como o ponto de entrada no Dockerfile. As linhas a seguir são do
Dockerfile usado no bloco de anotações de exemplo:
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# Copy the default custom service file to handle incoming data and inference 
 requests
COPY model_handler.py /home/model-server/model_handler.py

# Define an entrypoint script for the docker image
ENTRYPOINT ["python", "/usr/local/bin/dockerd-entrypoint.py"]

4. Crie e registre o contêiner. O seguinte script de shell do caderno de exemplo constrói o contêiner 
e o carrega em um repositório do Registro de Contêiner Elástico da Amazon (Amazon ECR) na 
sua conta AWS:

%%sh

# The name of our algorithm
algorithm_name=demo-sagemaker-multimodel

cd container

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none 
 defined)
region=$(aws configure get region)
region=${region:-us-west-2}

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.
aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 
 2>&1

if [ $? -ne 0 ]
then 
    aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

# Get the login command from ECR and execute it directly
$(aws ecr get-login --region ${region} --no-include-email)

# Build the docker image locally with the image name and then push it to ECR
# with the full name.
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docker build -q -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

Agora é possível usar esse contêiner para implantar endpoints de vários modelos no SageMaker.

Tópicos

• Contrato para contêineres personalizados para endpoints de vários modelos

Contrato para contêineres personalizados para endpoints de vários modelos

Para lidar com vários modelos, seu contêiner deve oferecer suporte a um conjunto de APIs que 
permitam que o Amazon SageMaker se comunique com o contêiner para carregar, listar, obter e 
descarregar modelos conforme necessário. O model_name é usado no novo conjunto de APIs 
como parâmetro de entrada de chave. Espera-se que o contêiner do cliente acompanhe os modelos 
carregados usando model_name como chave de mapeamento. Além disso, o model_name é um 
identificador opaco e não é necessariamente o valor do parâmetro TargetModel passado para a 
API InvokeEndpoint. O valor TargetModel original na solicitação InvokeEndpoint é passado 
para o contêiner nas APIs como um cabeçalho X-Amzn-SageMaker-Target-Model que pode ser 
usado para fins de registros em log.

Note

Atualmente, endpoints de vários modelos para instâncias com suporte de GPU são 
compatíveis somente com o contêiner NVIDIA Triton Inference Server do SageMaker. Esse 
contêiner já implementa o contrato definido abaixo. Os clientes podem usar esse contêiner 
diretamente com seus endpoints de GPU multimodelo, sem nenhum trabalho adicional.

Você pode configurar as seguintes APIs em seus contêineres para endpoints multimodelo 
suportados por CPU.

Tópicos

• API para carregar modelo

• API para listar modelo

• API para obter modelo
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• API para descarregar modelo

• API para invocar modelo

API para carregar modelo

Instrui o contêiner a carregar um modelo específico presente no campo url do corpo na memória do 
contêiner do cliente e a manter o controle dele com o model_name atribuído. Depois que um modelo 
é carregado, o contêiner deve estar pronto para atender a solicitações de inferência usando esse
model_name.

POST /models HTTP/1.1
Content-Type: application/json
Accept: application/json

{ 
     "model_name" : "{model_name}", 
     "url" : "/opt/ml/models/{model_name}/model",
}

Note

Se model_name já estiver carregado, a API deverá retornar 409. Sempre que um modelo 
não pode ser carregado devido à falta de memória ou a qualquer outro recurso, esta 
API deve retornar um código de status HTTP 507 ao SageMaker, que então inicia o 
descarregamento de modelos não utilizados para recuperação.

API para listar modelo

Retorna a lista de modelos carregados na memória do contêiner do cliente.

GET /models HTTP/1.1
Accept: application/json

Response =  
{ 
    "models": [ 
        { 
             "modelName" : "{model_name}", 
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             "modelUrl" : "/opt/ml/models/{model_name}/model", 
        }, 
        { 
            "modelName" : "{model_name}", 
            "modelUrl" : "/opt/ml/models/{model_name}/model", 
        }, 
        .... 
    ]
}

Essa API também oferece suporte à paginação.

GET /models HTTP/1.1
Accept: application/json

Response =  
{ 
    "models": [ 
        { 
             "modelName" : "{model_name}", 
             "modelUrl" : "/opt/ml/models/{model_name}/model", 
        }, 
        { 
            "modelName" : "{model_name}", 
            "modelUrl" : "/opt/ml/models/{model_name}/model", 
        }, 
        .... 
    ]
}

O SageMaker pode chamar inicialmente a API para listar modelos sem fornecer um valor para
next_page_token. Se um campo nextPageToken for retornado como parte da resposta, ele será 
fornecido como o valor para next_page_token em uma chamada subsequente da List Models. Se 
um nextPageToken não for retornado, significa que não há mais modelos para retornar.

API para obter modelo

Essa é uma API de leitura simples na entidade model_name.

GET /models/{model_name} HTTP/1.1
Accept: application/json
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{ 
     "modelName" : "{model_name}", 
     "modelUrl" : "/opt/ml/models/{model_name}/model",
}

Note

Se model_name não estiver carregado, a API retornará 404.

API para descarregar modelo

Ordena a plataforma do SageMaker a instruir o contêiner do cliente a descarregar um modelo da 
memória. Isso inicia a remoção de um modelo candidato conforme determinado pela plataforma ao 
iniciar o processo de carregamento de um novo modelo. Os recursos provisionados em model_name
deverão ser recuperados pelo contêiner quando essa API retornar uma resposta.

DELETE /models/{model_name}

Note

Se model_name não estiver carregado, a API retornará 404.

API para invocar modelo

Faz uma solicitação de previsão do model_name específico fornecido. A solicitação do tempo de 
execução do SageMaker InvokeEndpoint oferece suporte a X-Amzn-SageMaker-Target-
Model como um novo cabeçalho que segue o caminho relativo do modelo especificado para 
invocação. O sistema SageMaker constrói o caminho absoluto do modelo combinando o prefixo 
fornecido como parte da chamada da API CreateModel com o caminho relativo do modelo.

POST /models/{model_name}/invoke HTTP/1.1
Content-Type: ContentType
Accept: Accept
X-Amzn-SageMaker-Custom-Attributes: CustomAttributes
X-Amzn-SageMaker-Target-Model: [relativePath]/{artifactName}.tar.gz

Opções de hospedagem 4263



Amazon SageMaker Guia do Desenvolvedor

Note

Se model_name não estiver carregado, a API retornará 404.

Além disso, em instâncias de GPU, se InvokeEndpoint falhar devido à falta de memória ou outros 
recursos, esta API deve retornar um código de status HTTP 507 para o SageMaker, que então inicia 
o descarregamento de modelos não utilizados para assumir de novo.

Segurança de endpoint de vários modelos

Os modelos e os dados em um endpoint de vários modelos são co-localizados no volume de 
armazenamento da instância e na memória do contêiner. Todas as instâncias de endpoints do 
SageMaker são executadas em um único contêiner de locatário que você possui. Somente os 
seus modelos podem ser executados no seu endpoint de vários modelos. É sua responsabilidade 
gerenciar o mapeamento das solicitações para os modelos e fornecer acesso aos usuários aos 
modelos de destino corretos. O SageMaker utiliza Funções do IAM para fornecer políticas baseadas 
em identidade do IAM que você utiliza para especificar ações permitidas ou negadas, recursos e as 
condições sob as quais as ações são permitidas ou negadas.

Por padrão, uma entidade do IAM com permissões InvokeEndpoint em um endpoint multimodelo 
pode invocar qualquer modelo no endereço do prefixo S3 definido na operação CreateModel, 
desde que a função de execução do IAM definida na operação tenha permissões para fazer 
download do modelo. Se você precisar restringir o acesso do InvokeEndpoint a um conjunto 
limitado de modelos no S3, execute um dos seguintes procedimentos:

• Restringir as chamadas InvokeEndpont a modelos específicos hospedados no endpoint usando 
a chave de condição do IAM sagemaker:TargetModel. Por exemplo, a política a seguir permite 
solicitações InvokeEndpont somente quando o valor do campo TargetModel corresponde a 
uma das expressões regulares especificadas:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
            ], 
            "Effect": "Allow", 
            "Resource": 
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            "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name", 
            "Condition": { 
                // TargetModel provided must be from this set of values 
                "StringLike": { 
                    "sagemaker:TargetModel": ["company_a/*", "common/*"] 
                } 
            } 
        } 
    ]
}

Para obter informações sobre chaves de condição do SageMaker, consulte Chaves de condição 
para o Amazon SageMaker no Guia do usuário do AWS Identity and Access Management.

• Crie endpoints de vários modelos com prefixos do S3 mais restritivos.

Para obter mais informações sobre como o SageMaker usa funções para gerenciar o acesso a 
endpoints e executar operações em seu nome, consulte SageMaker Funções. Seus clientes também 
podem ter determinados requisitos de isolamento de dados ditados por suas próprias exigências de 
conformidade, que podem ser atendidos usando identidades do IAM.

Métricas do CloudWatch para implantações de endpoint de vários modelos

O Amazon SageMaker fornece métricas para endpoints para que você possa monitorar a taxa de 
acertos do cache, o número de modelos carregados e os tempos de espera do modelo para carregar 
e fazer download e upload em um endpoint de vários modelos. Algumas das métricas são diferentes 
para endpoints multimodelo suportados por CPU e GPU, então as seções a seguir descrevem as 
métricas do Amazon CloudWatch que você pode usar para cada tipo de endpoint multimodelo.

Para obter mais informações sobre métricas, consulte Métricas de carregamento do modelo para 
endpoint de vários modelos e Métricas de instâncias de modelos para endpoint de vários modelos
em Monitore a Amazon SageMaker com a Amazon CloudWatch. Métricas por modelo não são 
compatíveis.

As métricas do CloudWatch para endpoints de vários modelos com suporte a CPU

Você pode monitorar as seguintes métricas em endpoints multimodelo com suporte de CPU.

O namespace AWS/SageMaker inclui as seguintes métricas de carregamento de modelo em 
chamadas para InvokeEndpoint.

As métricas estão disponíveis a uma frequência de 1 minuto.
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Para obter informações sobre por quanto tempo as métricas do CloudWatch são retidas, consulte
GetMetricStatistics na Referência de API do Amazon CloudWatch.

Métricas de carregamento de modelos de endpoint de vários modelos

Métrica Descrição

ModelLoad 
ingWaitTime

O intervalo de tempo em que uma solicitação de invocação esperou que 
o modelo de destino fosse baixado, carregado, ou os dois, para realizar 
a inferência.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelUnlo 
adingTime

O intervalo de tempo necessário para descarregar o modelo por meio da 
chamada de API UnloadModel  do contêiner.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelDown 
loadingTime

O intervalo de tempo necessário para baixar o modelo do Amazon 
Simple Storage Service (Amazon S3).

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelLoad 
ingTime

O intervalo de tempo necessário para carregar o modelo com a chamada 
de API LoadModel  do contêiner.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelCacheHit O número de solicitações InvokeEndpoint  enviadas para o endpoint 
de vários modelos para o qual o modelo já foi carregado.

A estatística Média mostra a proporção de solicitações para as quais o 
modelo já foi carregado.
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Métrica Descrição

Unidades: nenhuma

Estatísticas válidas: média, soma, contagem de amostras

Dimensões para métricas de carregamento de modelos de endpoint de vários modelos

Dimensão Descrição

EndpointName, 
VariantName

Filtra as métricas de invocação de endpoint para uma Productio 
nVariant  do endpoint e da variante especificados.

Os namespaces /aws/sagemaker/Endpoints incluem as seguintes métricas de instância em 
chamadas para InvokeEndpoint.

As métricas estão disponíveis a uma frequência de 1 minuto.

Para obter informações sobre por quanto tempo as métricas do CloudWatch são retidas, consulte
GetMetricStatistics na Referência de API do Amazon CloudWatch.

Métricas de instâncias de modelos para endpoint de vários modelos

Métrica Descrição

LoadedMod 
elCount

O número de modelos carregados nos contêineres do endpoint de vários 
modelos. Esta métrica é emitida para cada instância.

A estatística Média com um período de 1 minuto informa o número 
médio de modelos carregados por instância.

A estatística Soma informa o número total de modelos carregados em 
todas as instâncias no endpoint.

Os modelos que essa métrica rastreia não são necessariamente 
exclusivos, porque um modelo pode ser carregado em vários contêiner 
es no endpoint.

Unidades: nenhuma
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Métrica Descrição

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

CPUUtilization A soma da utilização de cada núcleo de CPU individual. A utilização 
da CPU de cada faixa de núcleo é de 0 a 100. Por exemplo, se houver 
quatro CPUs, o intervalo de CPUUtilization  é de 0% a 400%.

Para variantes de endpoint, o valor é a soma da utilização de CPU dos 
contêineres principais e complementares na instância.

Unidades: percentual

MemoryUti 
lization

O percentual de memória usada pelos contêineres em uma instância. 
Esse intervalo de valores é de 0% a 100%.

Para variantes de endpoint, o valor é a soma da utilização de memória 
dos contêineres principais e complementares na instância.

Unidades: percentual

DiskUtilization A porcentagem de espaço em disco usada pelos contêineres em uma 
instância. Esse intervalo de valores é de 0% a 100%.

Para variantes de endpoint, o valor é a soma da utilização do espaço em 
disco dos contêineres primário e complementar na instância.

Unidades: percentual

Métricas do CloudWatch para implantações de endpoint de vários modelos do GPU.

Você pode monitorar as seguintes métricas em endpoints multimodelo com suporte de GPU.

O namespace AWS/SageMaker inclui as seguintes métricas de carregamento de modelo em 
chamadas para InvokeEndpoint.

As métricas estão disponíveis a uma frequência de 1 minuto.

Para obter informações sobre por quanto tempo as métricas do CloudWatch são retidas, consulte
GetMetricStatistics na Referência de API do Amazon CloudWatch.
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Métricas de carregamento de modelos de endpoint de vários modelos

Métrica Descrição

ModelLoad 
ingWaitTime

O intervalo de tempo em que uma solicitação de invocação esperou que 
o modelo de destino fosse baixado, carregado, ou os dois, para realizar 
a inferência.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelUnlo 
adingTime

O intervalo de tempo necessário para descarregar o modelo por meio da 
chamada de API UnloadModel  do contêiner.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelDown 
loadingTime

O intervalo de tempo necessário para baixar o modelo do Amazon 
Simple Storage Service (Amazon S3).

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelLoad 
ingTime

O intervalo de tempo necessário para carregar o modelo com a chamada 
de API LoadModel  do contêiner.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelCacheHit O número de solicitações InvokeEndpoint  enviadas para o endpoint 
de vários modelos para o qual o modelo já foi carregado.

A estatística Média mostra a proporção de solicitações para as quais o 
modelo já foi carregado.

Unidades: nenhuma
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Métrica Descrição

Estatísticas válidas: média, soma, contagem de amostras

Dimensões para métricas de carregamento de modelos de endpoint de vários modelos

Dimensão Descrição

EndpointName, 
VariantName

Filtra as métricas de invocação de endpoint para uma Productio 
nVariant  do endpoint e da variante especificados.

Os namespaces /aws/sagemaker/Endpoints incluem as seguintes métricas de instância em 
chamadas para InvokeEndpoint.

As métricas estão disponíveis a uma frequência de 1 minuto.

Para obter informações sobre por quanto tempo as métricas do CloudWatch são retidas, consulte
GetMetricStatistics na Referência de API do Amazon CloudWatch.

Métricas de instâncias de modelos para endpoint de vários modelos

Métrica Descrição

LoadedMod 
elCount

O número de modelos carregados nos contêineres do endpoint de vários 
modelos. Esta métrica é emitida para cada instância.

A estatística Média com um período de 1 minuto informa o número 
médio de modelos carregados por instância.

A estatística Soma informa o número total de modelos carregados em 
todas as instâncias no endpoint.

Os modelos que essa métrica rastreia não são necessariamente 
exclusivos, porque um modelo pode ser carregado em vários contêiner 
es no endpoint.

Unidades: nenhuma
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Métrica Descrição

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

CPUUtilization A soma da utilização de cada núcleo de CPU individual. A utilização 
da CPU de cada faixa de núcleo é de 0 a 100. Por exemplo, se houver 
quatro CPUs, o intervalo de CPUUtilization  é de 0% a 400%.

Para variantes de endpoint, o valor é a soma da utilização de CPU dos 
contêineres principais e complementares na instância.

Unidades: percentual

MemoryUti 
lization

O percentual de memória usada pelos contêineres em uma instância. 
Esse intervalo de valores é de 0% a 100%.

Para variantes de endpoint, o valor é a soma da utilização de memória 
dos contêineres principais e complementares na instância.

Unidades: percentual

GPUUtilization O percentual de unidades de GPU usadas pelos contêineres em 
uma instância. O valor pode variar entre 0 e 100 e é multiplicado pelo 
número de GPUs. Por exemplo, se houver quatro CPUs, o intervalo de
GPUUtilization  é de 0% a 400%.

Para variantes de endpoint, o valor é a soma da utilização de GPU dos 
contêineres principais e complementares na instância.

Unidades: percentual

GPUMemory 
Utilization

O percentual de memória de GPU usada pelos contêineres em uma 
instância. O intervalo de valores é de 0 a 100 e é multiplicada pelo 
número de GPUs. Por exemplo, se houver quatro CPUs, o intervalo de
GPUMemoryUtilization  é de 0% a 400%.

Para variantes de endpoint, o valor é a soma da utilização de memória 
de GPU dos contêineres principais e complementares na instância.

Unidades: percentual
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Métrica Descrição

DiskUtilization A porcentagem de espaço em disco usada pelos contêineres em uma 
instância. Esse intervalo de valores é de 0% a 100%.

Para variantes de endpoint, o valor é a soma da utilização do espaço em 
disco dos contêineres primário e complementar na instância.

Unidades: percentual

Defina políticas de escalabilidade automática para implantações de endpoints de vários modelos

Os endpoints de vários modelos do SageMaker oferecem suporte total para escalabilidade 
automática, que gerencia réplicas de modelos para garantir que os modelos se ajustem com base 
nos padrões de tráfego. Recomendamos que você configure seu endpoint multimodelo e o tamanho 
de suas instâncias com base em Recomendações de instâncias para implantações de endpoint de 
vários modelos e também configure a escalabilidade automática baseada em instâncias para o seu 
endpoint. As taxas de invocação utilizadas para acionar um evento de escalabilidade automática 
são baseadas no conjunto agregado de previsões em todo o conjunto de modelos servidos pelo 
endpoint. Para obter detalhes adicionais sobre a configuração da escalabilidade automática de 
endpoints, consulte Escalar automaticamente os modelos do Amazon SageMaker.

Você pode configurar políticas de escalabilidade automática com métricas predefinidas e 
personalizadas em endpoints multimodelo com suporte de CPU e GPU.

Note

As métricas de endpoints de vários modelos do SageMaker estão disponíveis em uma 
granularidade de um minuto.

Definir uma política de escalabilidade

Para especificar as métricas e os valores de destino de uma política de escalabilidade, você pode 
configurar uma política de escalabilidade de rastreamento de destino. É possível usar uma métrica 
predefinida ou personalizada.

A configuração da política de escalabilidade é representada por um bloco JSON. A configuração 
é salva como um bloco JSON em um arquivo de texto. Você pode usar esse arquivo de texto ao 
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invocar a AWS CLI ou a API do Application Auto Scaling. Para ter mais informações sobre a sintaxe 
de configuração de política, consulte TargetTrackingScalingPolicyConfiguration na
Referência de API do Application Auto Scaling.

As seguintes opções estão disponíveis para definir uma configuração de política de escalabilidade de 
rastreamento de destino.

Usar uma métrica predefinida

Para definir rapidamente uma política de escalabilidade de rastreamento de destino para 
uma variante, use a métrica predefinida SageMakerVariantInvocationsPerInstance .
SageMakerVariantInvocationsPerInstance é o número médio de vezes por minuto que cada 
instância de uma variante é chamada. O uso dessa métrica é altamente recomendável.

Para usar uma métrica predefinida em uma política de escalabilidade, crie uma configuração 
de rastreamento de destino para a sua política. Essa configuração deve incluir uma
PredefinedMetricSpecification para a métrica predefinida e um TargetValue para o valor 
de destino da métrica.

O exemplo a seguir descreve uma típica configuração de política de escalabilidade de 
rastreamento de destino para uma variante. Nesta configuração, usamos a métrica predefinida
SageMakerVariantInvocationsPerInstance para ajustar o número de instâncias de variante 
de modo que cada instância tenha uma métrica InvocationsPerInstance de 70.

{"TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    { 
        "PredefinedMetricType": "InvocationsPerInstance" 
    }
}

Note

Recomendamos que você use InvocationsPerInstance ao usar endpoints de vários 
modelos. O TargetValue dessa métrica depende dos requisitos de latência do seu 
aplicativo. Também recomendamos que você realize testes de carga em seus endpoints para 
configurar valores adequados para os parâmetros de escabilidade. Para saber mais sobre o 
teste de carga e a configuração do escalonamento automático para seus endpoints, consulte 
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o blog Como configurar endpoints de inferência de escabilidade automática no Amazon 
SageMaker.

Usar uma métrica personalizada

Caso precise definir uma política de escalabilidade de rastreamento de destino que atenda às 
suas exigências específicas, defina uma métrica personalizada. Você pode definir uma métrica 
personalizada com base em qualquer métrica de variante de produção que mude em proporção de 
escalabilidade.

Nem todas as métricas do SageMaker funcionam para o rastreamento de destino. A métrica deve 
ser de utilização válida e descrever o quão ocupada uma instância está. O valor da métrica deve 
aumentar ou diminuir em proporção inversa ao número das instâncias de variante. Ou seja, o valor 
da métrica deve diminuir quando o número de instâncias aumenta.

Important

Antes de colocar a escalabilidade automática em produção, você deve testá-la com a métrica 
personalizada.

Exemplo de métrica personalizada para um endpoint multimodelo com suporte de CPU

O exemplo a seguir descreve uma configuração de rastreamento de destino para uma política 
de escalabilidade. Nessa configuração, para um modelo chamado my-model, uma métrica 
personalizada de CPUUtilization ajusta a contagem de instâncias no endpoint com base em uma 
utilização média da CPU de 50% em todas as instâncias.

{"TargetValue": 50, 
    "CustomizedMetricSpecification": 
    {"MetricName": "CPUUtilization", 
        "Namespace": "/aws/sagemaker/Endpoints", 
        "Dimensions": [ 
            {"Name": "EndpointName", "Value": "my-endpoint" }, 
            {"Name": "ModelName","Value": "my-model"} 
        ], 
        "Statistic": "Average", 
        "Unit": "Percent" 
    }
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}

Exemplo de métrica personalizada para um endpoint multimodelo com suporte de GPU

O exemplo a seguir descreve uma configuração de rastreamento de destino para uma política 
de escalabilidade. Nessa configuração, para um modelo chamado my-model, uma métrica 
personalizada de GPUUtilization ajusta a contagem de instâncias no endpoint com base em uma 
utilização média da GPU de 50% em todas as instâncias.

{"TargetValue": 50, 
    "CustomizedMetricSpecification": 
    {"MetricName": "GPUUtilization", 
        "Namespace": "/aws/sagemaker/Endpoints", 
        "Dimensions": [ 
            {"Name": "EndpointName", "Value": "my-endpoint" }, 
            {"Name": "ModelName","Value": "my-model"} 
        ], 
        "Statistic": "Average", 
        "Unit": "Percent" 
    }
}

Adicionar um desaquecimento

Para adicionar um período de desaquecimento na expansão do modelo, especifique um valor, 
em segundos, para ScaleOutCooldown. Da mesma forma, para adicionar um período de 
esfriamento para a redução de escala em seu modelo, insira um valor, em segundos, para
ScaleInCooldown. Para ter mais informações sobre ScaleInCooldown e ScaleOutCooldown, 
consulte TargetTrackingScalingPolicyConfiguration na Referência de API do Application 
Auto Scaling.

O exemplo a seguir é um exemplo de configuração de rastreamento de destino 
para uma política de escalabilidade. Nesta configuração, a métrica predefinida
SageMakerVariantInvocationsPerInstance é usada para ajustar a escalabilidade com 
base em uma média de 70 em todas as instâncias dessa variante. A configuração fornece um 
desaquecimento de redução de 10 minutos e em um desaquecimento de expansão de 5 minutos.

{"TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    {"PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
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    }, 
    "ScaleInCooldown": 600, 
    "ScaleOutCooldown": 300
}

Hospede vários modelos que usam contêineres diferentes atrás de um endpoint

SageMaker endpoints de vários contêineres permitem que os clientes implantem vários contêineres, 
que usam modelos ou estruturas diferentes, em um único endpoint. SageMaker Os contêineres 
podem ser executados em uma sequência como um pipeline de inferência, ou cada contêiner pode 
ser acessado individualmente usando invocação direta para melhorar a utilização do endpoint e 
otimizar os custos.

Para obter informações sobre como invocar os contêineres em um endpoint de vários contêineres 
em sequência, consulte Hospede modelos junto com a lógica de pré-processamento como pipeline 
de inferência serial atrás de um endpoint.

Para obter informações sobre como invocar o contêiner específico em um endpoint de vários 
contêineres em sequência, consulte Use um endpoint de vários contêineres com invocação direta

Tópicos

• Criar um endpoint de vários contêineres (Boto 3)

• Atualizar um endpoint de vários contêineres

• Excluir um endpoint de vários contêineres

• Use um endpoint de vários contêineres com invocação direta

Criar um endpoint de vários contêineres (Boto 3)

Crie um endpoint de vários contêineres chamando CreateModelCreateEndpointConfig, e
CreateEndpointAPIs como você faria para criar qualquer outro endpoint. Você pode executar esses 
contêineres sequencialmente como um pipeline de inferência ou executar cada contêiner individual 
usando invocação direta. Os endpoints de vários contêineres têm os seguintes requisitos quando 
você liga create_model:

• Use o parâmetro Containers em vez de PrimaryContainer e inclua mais de um contêiner no 
parâmetro Containers.

• O parâmetro ContainerHostname é necessário para cada contêiner em um endpoint de vários 
contêineres com invocação direta.
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• Defina oparâmetro Mode do campo InferenceExecutionConfig para Direct para invocação 
direta de cada contêiner ou Serial para usar contêineres como um pipeline de inferência. O 
modo padrão é Serial.

Note

Atualmente, há um limite de até 15 contêineres suportados em um endpoint de vários 
contêineres.

O exemplo a seguir cria um modelo de vários contêineres para invocação direta.

1. Crie elementos de contêiner e InferenceExecutionConfig com invocação direta.

container1 = { 
                 'Image': '123456789012.dkr.ecr.us-east-1.amazonaws.com/
myimage1:mytag', 
                 'ContainerHostname': 'firstContainer' 
             }

container2 = { 
                 'Image': '123456789012.dkr.ecr.us-east-1.amazonaws.com/
myimage2:mytag', 
                 'ContainerHostname': 'secondContainer' 
             }
inferenceExecutionConfig = {'Mode': 'Direct'} 
                 

2. Crie o modelo com os elementos do contêiner e defina o campo
InferenceExecutionConfig.

import boto3
sm_client = boto3.Session().client('sagemaker')

response = sm_client.create_model( 
               ModelName = 'my-direct-mode-model-name', 
               InferenceExecutionConfig = inferenceExecutionConfig, 
               ExecutionRoleArn = role, 
               Containers = [container1, container2] 
           ) 
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Para criar um endpoint, você chamaria create_endpoint_config e create_endpoint da mesma forma 
que faria para criar qualquer outro endpoint.

Atualizar um endpoint de vários contêineres

Para atualizar um endpoint de vários contêineres, conclua as etapas a seguir.

1. Chame create_model para criar um novo modelo com um novo valor para o parâmetro Mode no 
campo InferenceExecutionConfig.

2. Chame create_endpoint_config para criar uma nova configuração de endpoint com um nome 
diferente usando o novo modelo que você criou na etapa anterior.

3. Chame update_endpoint para atualizar o endpoint com a nova configuração de endpoint que 
você criou na etapa anterior.

Excluir um endpoint de vários contêineres

Para excluir um endpoint, chame delete_endpoint e forneça o nome do endpoint que você deseja 
excluir como parâmetro EndpointName.

Use um endpoint de vários contêineres com invocação direta

SageMaker endpoints de vários contêineres permitem que os clientes implantem vários contêineres 
para implantar modelos diferentes em um SageMaker endpoint. Você pode hospedar até 15 
contêineres de inferência diferentes em um único endpoint. Quando usar a invocação direta, você 
pode enviar uma solicitação para um contêiner de inferência específico hospedado em um endpoint 
de vários contêineres.

Tópicos

• Invoque um endpoint de vários contêineres com invocação direta

• Segurança com um endpoint de vários contêineres com invocação direta

• Métricas para endpoints de vários contêineres com invocação direta

• Escalabilidade automática de endpoints com vários contêineres

• Solucionar problemas de endpoints de vários contêineres
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Invoque um endpoint de vários contêineres com invocação direta

Para invocar um endpoint de vários contêineres com invocação direta, chame invoke_endpoint como 
você invocaria qualquer outro endpoint e especifique qual contêiner você deseja invocar usando o 
parâmetro TargetContainerHostname.

O exemplo a seguir invoca diretamente o secondContainer de um endpoint de vários contêineres 
para obter uma previsão.

import boto3
runtime_sm_client = boto3.Session().client('sagemaker-runtime')

response = runtime_sm_client.invoke_endpoint( 
   EndpointName ='my-endpoint', 
   ContentType = 'text/csv', 
   TargetContainerHostname='secondContainer',  
   Body = body)

Para cada solicitação de invocação direta para um endpoint de vários contêineres, somente o 
contêiner com o TargetContainerHostname processa a solicitação de invocação. Você receberá 
erros de validação se fizer o seguinte:

• Especifique um TargetContainerHostname que não exista no endpoint

• Não especifique um valor para TargetContainerHostname em uma solicitação para um 
endpoint configurado para invocação direta

• Especifique um valor para TargetContainerHostname em uma solicitação para um endpoint 
que não esteja configurado para invocação direta.

Segurança com um endpoint de vários contêineres com invocação direta

Para endpoints de vários contêineres com invocação direta, há vários contêineres hospedados em 
uma única instância por meio do compartilhamento de memória e um volume de armazenamento. 
É sua responsabilidade usar contêineres seguros, manter o mapeamento correto das solicitações 
para os contêineres de destino e fornecer aos usuários o acesso correto aos contêineres de destino. 
SageMakerusa funções do IAM para fornecer políticas baseadas em identidade do IAM que você 
usa para especificar se o acesso a um recurso é permitido ou negado a essa função e sob quais 
condições. Para obter informações sobre funções do IAM, consulte Funções do IAM no AWS Identity 
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and Access ManagementManual do usuário. Para obter informações sobre as políticas baseadas em 
identidade, consulte Políticas baseadas em identidade e políticas baseadas em recursos.

Por padrão, um principal do IAM com permissões InvokeEndpoint em um endpoint de vários 
contêineres com invocação direta pode invocar qualquer contêiner dentro do endpoint com o nome 
do endpoint que você especifica ao chamar invoke_endpoint. Se você precisar restringir o 
acesso invoke_endpoint a um conjunto limitado de contêineres dentro de um endpoint de vários 
contêineres, use a chave de condição do IAM sagemaker:TargetContainerHostname. As 
políticas a seguir mostram como limitar as chamadas para contêineres específicos em um endpoint.

A política a seguir permite solicitações invoke_endpoint somente quando o valor do campo
TargetContainerHostname corresponde a uma das expressões regulares especificadas.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name", 
            "Condition": { 
                "StringLike": { 
                    "sagemaker:TargetContainerHostname": ["customIps*", "common*"] 
                } 
            } 
        } 
    ]
}

A política a seguir nega solicitações invoke_endpoint somente quando o valor do campo
TargetContainerHostname corresponde a uma das expressões regulares especificadas na 
declaração Deny.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
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            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name", 
            "Condition": { 
                "StringLike": { 
                    "sagemaker:TargetContainerHostname": ["*"] 
                } 
            } 
        }, 
        { 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
            ], 
            "Effect": "Deny", 
            "Resource": "arn:aws:sagemaker:region:account-id:endpoint/endpoint_name", 
            "Condition": { 
                "StringLike": { 
                    "sagemaker:TargetContainerHostname": ["special*"] 
                } 
            } 
        } 
    ]
}

Para obter informações sobre chaves de SageMaker condição, consulte Chaves de condição 
SageMaker no Guia AWS Identity and Access Management do usuário.

Métricas para endpoints de vários contêineres com invocação direta

Além das métricas de endpoint listadas emMonitore a Amazon SageMaker com a Amazon 
CloudWatch, SageMaker também fornece métricas por contêiner.

As métricas por contêiner para endpoints de vários contêineres com invocação direta estão 
localizadas CloudWatch e categorizadas em dois namespaces: e. AWS/SageMaker aws/
sagemaker/Endpoints O AWS/SageMaker namespace inclui métricas relacionadas à invocação, 
e o namespace aws/sagemaker/Endpoints inclui métricas de utilização de memória e CPU.

A tabela a seguir lista as métricas por contêiner para endpoints de vários contêineres com invocação 
direta. Todas as métricas usam a dimensão [EndpointName, VariantName, ContainerName], 
que filtra as métricas em um endpoint específico, para uma variante específica e corresponde a um 
contêiner específico. Essas métricas compartilham os mesmos nomes das métricas dos pipelines de 
inferência, mas em um nível por contêiner [EndpointName, VariantName, ContainerName].
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Nome da métrica Descrição Dimensão NameSpace

Invocations O número de solicitaç 
ões InvokeEnd 
point  enviadas 
para um contêiner 
dentro de um 
endpoint. Para obter 
o número total de 
solicitações enviadas 
para esse contêiner, 
use a estatística Sum. 
Unidades: nenhuma 
estatística válida:
Sum, Sample Count

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker

Invocation4XX 
Errors

O número de solicitaç 
ões InvokeEnd 
point  em que o 
modelo retornou um 
código de resposta 
HTTP 4xx para um 
contêiner específic 
o. Para cada 4xx
resposta, SageMaker 
envia um1. Unidades: 
nenhuma estatística 
válida: Average, Sum

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker

Invocation5XX 
Errors

O número de solicitaç 
ões InvokeEnd 
point  em que o 
modelo retornou um 
código de resposta 
HTTP 5xx para um 
contêiner específic 
o. Para cada 5xx

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker
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resposta, SageMaker 
envia um1. Unidades: 
nenhuma estatística 
válida: Average, Sum

Container 
Latency

O tempo necessário 
para que o contêiner 
de destino respondes 
se conforme visualiza 
do SageMaker 
. Container 
Latency inclui o 
tempo necessário 
para enviar a solicitaç 
ão, buscar a resposta 
do contêiner do 
modelo e concluir 
a inferência no 
contêiner. Unidades: 
estatísticas válidas 
em microsseg 
undos:Average,
Sum,Min, Max,
Sample Count

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker
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OverheadLatency O tempo adicionad 
o ao tempo gasto 
para responder a uma 
solicitação do cliente 
devido SageMaker 
à sobrecarg 
a. OverheadL 
atency é medido 
a partir do momento 
em que SageMaker 
recebe a solicitação 
até que ela retorne 
uma resposta ao 
cliente, menos 
o. ModelLate 
ncy  A latência de 
sobrecarga pode 
variar dependend 
o de tamanhos de 
carga útil de solicitaç 
ões e respostas, 
frequência de solicitaç 
ões e autentica 
ção ou autorizaç 
ão da solicitação, 
entre outros fatores. 
Unidades: estatísticas 
válidas em microsseg 
undos: `Contagem de 
amostras` Average,
Sum, Min, Max

EndpointName ,
VariantName ,
ContainerName

AWS/SageMaker
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CPUUtilization O percentual de 
unidades de CPU 
usadas por cada 
contêiner em 
execução em uma 
instância. O valor 
varia de 0% a 100% 
e é multiplicado pelo 
número de CPUs. 
Por exemplo, se 
houver quatro CPUs,
CPUUtilization
poderá variar de 0% a 
400%. Para endpoints 
com invocação direta, 
o número de métricas 
de utilização da CPU 
é igual ao número de 
contêineres nesse 
endpoint. Unidades: 
percentual

EndpointName ,
VariantName ,
ContainerName

aws/sagemaker/
Endpoints
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MemoryUti 
lizaton

O percentual de 
memória usada 
por cada contêiner 
em execução em 
uma instância. Esse 
valor varia de 0% a 
100%. Semelhante 
à utilização da CPU, 
em endpoints com 
invocação direta, o 
número de MemoryUti 
lization métricas é 
igual ao número de 
contêineres nesse 
endpoint. Unidades: 
percentual

EndpointName ,
VariantName ,
ContainerName

aws/sagemaker/
Endpoints

Todas as métricas na tabela anterior são específicas para endpoints de vários contêineres 
com invocação direta. Além dessas métricas especiais por contêiner, também há métricas no 
nível da variante com a dimensão [EndpointName, VariantName] de todas as métricas
ContainerLatency esperadas na tabela.

Escalabilidade automática de endpoints com vários contêineres

Se você quiser configurar o escalonamento automático para um endpoint de vários contêineres 
usando a métrica InvocationsPerInstance, recomendamos que o modelo em cada contêiner 
exiba utilização e latência de CPU semelhantes em cada solicitação de inferência. Isso é 
recomendado porque, se o tráfego para o endpoint de vários contêineres mudar de um modelo 
de baixa utilização da CPU para um modelo de alta utilização da CPU, mas o volume geral de 
chamadas permanecer o mesmo, o endpoint não se expandirá e talvez não haja instâncias 
suficientes para lidar com todas as solicitações do modelo de alta utilização da CPU. Para obter 
informações sobre a endpoints de escalabilidade automática, consulte Dimensione automaticamente 
os SageMaker modelos da Amazon.

Solucionar problemas de endpoints de vários contêineres

As seções a seguir podem ajudar a solucionar erros em endpoints de vários contêineres.
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Erros do Ping Health Check

Com vários contêineres, a memória do endpoint e a CPU estão sob maior pressão durante a criação 
do endpoint. Especificamente, as métricas MemoryUtilization e CPUUtilization são mais 
altas do que as dos terminais de um único contêiner, porque a pressão de utilização é proporcional 
ao número de contêineres. Por isso, recomendamos que você escolha tipos de instância com 
memória e CPU suficientes para garantir que haja memória suficiente na instância para carregar 
todos os modelos (a mesma orientação se aplica à implantação de um pipeline de inferência). Caso 
contrário, a criação do endpoint poderá falhar com um erro como XXX did not pass the ping 
health check.

Falta o accept-bind-to-port rótulo = verdadeiro do Docker

Os contêineres em endpoints de vários contêiners escutam na porta especificada na variável de 
ambiente SAGEMAKER_BIND_TO_PORT em vez da porta 8080. Quando um contêiner é executado 
em um endpoint de vários contêineres, fornece SageMaker automaticamente essa variável de 
ambiente ao contêiner. Se essa variável de ambiente não estiver presente, os contêineres padrão 
usam a porta 8080. Para indicar que o contêiner está em conformidade com esse requisito, use o 
comando a seguir para adicionar um rótulo ao Dockerfile:

LABEL com.amazonaws.sagemaker.capabilities.accept-bind-to-port=true

Caso contrário, você verá uma mensagem de erro como Your Ecr Image XXX does not 
contain required com.amazonaws.sagemaker.capabilities.accept-bind-to-
port=true Docker label(s).

Se o seu contêiner precisar escutar em uma segunda porta, escolha uma porta no intervalo 
especificado pela variável de ambiente SAGEMAKER_SAFE_PORT_RANGE. Especifique o valor como 
um intervalo inclusivo no formato XXXX - AAAA, em que XXXX e AAAA são números inteiros de 
vários dígitos. SageMaker fornece esse valor automaticamente quando você executa o contêiner em 
um endpoint de vários contêineres.

Hospede modelos junto com a lógica de pré-processamento como pipeline de 
inferência serial atrás de um endpoint

Um pipeline de inferência é um modelo do Amazon SageMaker composto por uma sequência 
linear de dois a cinco contêineres que processam solicitações de inferências em dados. Você usa 
um pipeline de inferência para definir e implantar qualquer combinação de algoritmos internos do 
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SageMaker e algoritmos personalizados incluídos nos contêineres do Docker. Você pode usar um 
pipeline de inferência para combinar pré-processamento, previsões e tarefas de ciência de dados de 
pós-processamento. Os pipelines de inferência são totalmente gerenciados.

Você pode adicionar contêineres SparkML Serving e scikit-learn do SageMaker que reutilizam os 
transformadores de dados desenvolvidos para modelos de treinamento. Todo o pipeline de inferência 
montado pode ser considerado como um modelo do SageMaker que você pode usar para fazer 
previsões em tempo real ou processar transformações em lote diretamente, sem qualquer pré-
processamento externo.

Dentro de um modelo de pipeline de inferência, o SageMaker gerencia invocações como uma 
sequência de solicitações HTTP. O primeiro contêiner no pipeline gerencia a solicitação inicial e 
depois a resposta intermediária é enviada como uma solicitação para o segundo contêiner e assim 
por diante para cada contêiner no pipeline. O SageMaker retorna a resposta final ao cliente.

Quando você implanta o modelo de pipeline, o SageMaker instala e executa todos os contêineres 
em cada instância do Amazon Elastic Compute Cloud (Amazon EC2) no endpoint ou no trabalho 
de transformação. O processamento de recursos e inferências são executados com baixa latência 
porque os contêineres estão localizados nas mesmas instâncias do EC2. Você define os contêineres 
de um modelo de pipeline usando a operação CreateModel ou no console. Em vez de definir um
PrimaryContainer, você usa o parâmetro Containers para definir os contêineres que compõem 
o pipeline. Você também especifica a ordem na qual os contêineres são executados.

Um modelo de pipeline é imutável, mas você pode atualizar um pipeline de inferência com a 
implantação de um novo pipeline usando a operação UpdateEndpoint. Essa modularidade permite 
maior flexibilidade durante a experimentação.

Para obter informações sobre como criar um pipeline de inferência com o registro do modelo 
SageMaker, consulte Registrar e implantar modelos com o Registro do modelo.

Não há custos adicionais pelo uso desse recurso. Você paga apenas pelas instâncias em execução 
em um endpoint.

Tópicos

• Blocos de anotações de exemplo para pipelines de inferência

• Processamento de recursos com SparkML e Scikit-learn

• Criar um modelo de pipeline

• Executar previsões em tempo real com um pipeline de inferência
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• Executar transformações em lotes com pipelines de inferência

• Logs e métricas de pipeline de inferência

• Solucionar problemas em pipelines de inferência

Blocos de anotações de exemplo para pipelines de inferência

Para ver um exemplo que mostra como criar e implantar pipelines de inferência, consulte o caderno 
de amostra Inference Pipeline with Scikit-learn and Linear Learner. Para obter instruções sobre como 
criar e acessar instâncias de caderno Jupyter que você pode utilizar para executar o exemplo em 
SageMaker, consulte Instâncias do Amazon SageMaker Notebook.

Para ver uma lista de todos os exemplos do SageMaker, depois de criar e abrir uma instância de 
bloco de anotações, escolha a guia Exemplos do SageMaker. Existem três blocos de anotações 
de pipeline de inferência. Os dois primeiros blocos de anotações do pipeline de inferência estão 
localizados na pasta advanced_functionality, e o terceiro bloco de anotações está na pasta
sagemaker-python-sdk. Para abrir um bloco de anotações, escolha sua aba Uso e depois 
escolha Criar cópia.

Processamento de recursos com SparkML e Scikit-learn

Antes de treinar um modelo com algoritmos pré-compilados ou algoritmos personalizados do 
Amazon SageMaker, você pode usar os pré-processadores Spark e scikit-learn para transformar 
seus dados e atributos de engenharia.

Processamento de recursos com o SparkML

Você pode executar trabalhos do SparkML com o AWSGlue, um serviço ETL (extração, 
transformação, carregamento) sem servidor, do seu bloco de anotações do SageMaker. Você 
também pode se conectar a clusters do EMR existentes para executar tarefas do SparkML com o
Amazon EMR. Para fazê-lo, você precisa de uma função AWS Identity and Access Management 
(IAM) que concede permissão para fazer chamadas do seu bloco de anotações do SageMaker para 
AWS Glue.

Note

Para ver quais versões do Python e do Spark são compatíveis com o AWS Glue, consulte
AWS Notas de release do Glue.
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Após a criação dos recursos, você empacota e serializa as tarefas do SparkML com MLeap em 
contêineres MLeap que você pode adicionar a um pipeline de inferência. Você não precisa usar 
clusters do Spark gerenciados externamente. Com essa abordagem, você pode dimensionar sem 
problemas de uma amostra de linhas a terabytes de dados. Como os mesmos transformadores 
funcionam tanto para treinamento quanto para inferência, você não precisa duplicar a lógica de pré-
processamento e engenharia de recursos ou desenvolver uma solução única para fazer os modelos 
persistirem. Com os pipelines de inferência, você não precisa manter a infraestrutura externa e pode 
fazer previsões diretamente das entradas de dados.

Quando você executa uma tarefa do SparkML no AWS Glue, um pipeline do SparkML é serializado 
no formato MLeap. Em seguida, você pode usar o trabalho com o SparkML Model Serving
Container em um pipeline de inferência do SageMaker. O MLeap é um formato de serialização e um 
mecanismo de execução para pipelines de machine learning. Ele oferece suporte para Spark, Scikit-
learn e TensorFlow para treinar pipelines e os exportar para um pipeline serializado chamado de 
pacote MLeap. Você pode desserializar os pacotes de volta no Spark para o escore no modo em lote 
ou no tempo de execução do MLeap para fornecer serviços de API em tempo real.

Para ver um exemplo que mostra como criar atributos de processo com o Spark ML, consulte Treinar 
um modelo de ML usando o Apache Spark no Amazon EMR e implantar no caderno de amostra do 
SageMaker.

Processamento de atributos com Scikit-Learn

Você pode executar e empacotar trabalhos do scikit-learn em contêineres diretamente no Amazon 
SageMaker. Para um exemplo de código Python para a construção de um modelo de featurizer 
scikit-learn que é treinado no conjunto de dados de íris de Fisher (em inglês) e prevê as espécies de 
íris com base em medições morfológicas, consulte o tópico sobre Treinamento e previsão IRIS com o 
Scikit-learn no Sagemaker (em inglês).

Criar um modelo de pipeline

Para criar um modelo de pipeline que possa ser implantado em um endpoint ou usado para 
um trabalho de transformação em lote, use o console do Amazon SageMaker ou a operação
CreateModel.

Para criar um pipeline de inferência (console)

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Escolha Models (Modelos) e depois Create models (Criar modelos) no grupo Inference 
(Inferência).
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3. Na página Criar modelo, forneça um nome de modelo, escolha uma função do IAM e, se você 
deseja usar uma VPC privada, especifique os valores da VPC.

4. Para adicionar informações sobre os contêineres no pipeline de inferência, escolha Add 
container (Adicionar contêiner) e Next (Avançar).

5. Preencha os campos para cada contêiner na ordem em que você deseja executá-los, até 
o máximo de quinze. Preencha os campos Container input options (Opções de entrada de 
contêiner), Location of inference code image (Local de imagem do código de inferência)
e, opcionalmente, os campos Location of model artifacts (Local dos artefatos do modelo),
Container host name (Nome de host do contêiner) e Environmental variables (Variáveis de 
ambiente).
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A página MyInferencePipelineModel resume as configurações dos contêineres que fornecem 
entrada para o modelo. Se você fornecer as variáveis de ambiente em uma definição de 
contêiner correspondente, o SageMaker as mostrará no campo Variáveis de ambiente.
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Executar previsões em tempo real com um pipeline de inferência

Você pode usar modelos treinados em um pipeline de inferência para fazer previsões em tempo real 
diretamente sem executar o pré-processamento externo. Ao configurar o pipeline, você pode optar 
por usar os transformadores de atributos internos já disponíveis no Amazon SageMaker. Ou você 
pode implementar sua própria lógica de transformação usando apenas algumas linhas de código 
Spark ou scikit-learn.

O MLeap, um formato de serialização e mecanismo de execução para pipelines de machine learning, 
oferece suporte a Spark, scikit-learn e TensorFlow para treinar pipelines e exportá-los para um 
pipeline serializado chamado de MLeap Bundle. Você pode desserializar os pacotes de volta no 
Spark para o escore no modo em lote ou no tempo de execução do MLeap para fornecer serviços de 
API em tempo real.

Os contêineres em um pipeline escutam na porta especificada na variável de ambiente
SAGEMAKER_BIND_TO_PORT (em vez da 8080). Quando executar um pipeline de inferência, o 
SageMaker fornece automaticamente essa variável de ambiente aos contêineres. Se essa variável 
de ambiente não estiver presente, os contêineres padrão usando a porta 8080. Para indicar que 
o contêiner está em conformidade com esse requisito, use o comando a seguir para adicionar um 
rótulo ao Dockerfile:

LABEL com.amazonaws.sagemaker.capabilities.accept-bind-to-port=true

Se o seu contêiner precisar escutar em uma segunda porta, escolha uma porta no intervalo 
especificado pela variável de ambiente SAGEMAKER_SAFE_PORT_RANGE. Especifique o valor como 
um intervalo inclusivo no formato "XXXX-YYYY", em que XXXX e YYYY são inteiros de vários dígitos. 
O SageMaker fornece esse valor automaticamente quando você executa o contêiner em um pipeline 
de vários contêineres.

Note

Quando você usa imagens de Docker personalizadas em um pipeline que inclui algoritmos 
internos do SageMaker, é preciso ter uma política do Amazon Elastic Container Registry 
(Amazon ECR). Seu repositório do Amazon ECR deve conceder permissão ao SageMaker 
para extrair a imagem. Para obter mais informações, consulte Solucionar problemas com 
permissões do Aamazon ECR para pipelines de inferência.

Opções de hospedagem 4295

https://combust.github.io/mleap-docs/
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-algo-docker-registry-paths.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-algo-docker-registry-paths.html
https://docs.aws.amazon.com/AmazonECR/latest/userguide/what-is-ecr.html
https://docs.aws.amazon.com/AmazonECR/latest/userguide/what-is-ecr.html


Amazon SageMaker Guia do Desenvolvedor

Criar e implantar um endpoint de pipeline de inferência

O código a seguir cria e implanta um modelo de pipeline de inferência em tempo real com modelos 
SparkML e XGBoost em série usando o SDK do SageMaker.

from sagemaker.model import Model
from sagemaker.pipeline_model import PipelineModel
from sagemaker.sparkml.model import SparkMLModel

sparkml_data = 's3://{}/{}/{}'.format(s3_model_bucket, s3_model_key_prefix, 
 'model.tar.gz')
sparkml_model = SparkMLModel(model_data=sparkml_data)
xgb_model = Model(model_data=xgb_model.model_data, image=training_image)

model_name = 'serial-inference-' + timestamp_prefix
endpoint_name = 'serial-inference-ep-' + timestamp_prefix
sm_model = PipelineModel(name=model_name, role=role, models=[sparkml_model, xgb_model])
sm_model.deploy(initial_instance_count=1, instance_type='ml.c4.xlarge', 
 endpoint_name=endpoint_name)

Solicitar inferência em tempo real de um endpoint do pipeline de inferência

O exemplo a seguir mostra como fazer previsões em tempo real chamando um endpoint de 
inferência e transmitindo uma carga útil de solicitações no formato JSON:

import sagemaker
from sagemaker.predictor import json_serializer, json_deserializer, Predictor

payload = { 
        "input": [ 
            { 
                "name": "Pclass", 
                "type": "float", 
                "val": "1.0" 
            }, 
            { 
                "name": "Embarked", 
                "type": "string", 
                "val": "Q" 
            }, 
            { 
                "name": "Age", 
                "type": "double", 
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                "val": "48.0" 
            }, 
            { 
                "name": "Fare", 
                "type": "double", 
                "val": "100.67" 
            }, 
            { 
                "name": "SibSp", 
                "type": "double", 
                "val": "1.0" 
            }, 
            { 
                "name": "Sex", 
                "type": "string", 
                "val": "male" 
            } 
        ], 
        "output": { 
            "name": "features", 
            "type": "double", 
            "struct": "vector" 
        } 
    }

predictor = Predictor(endpoint=endpoint_name, sagemaker_session=sagemaker.Session(), 
 serializer=json_serializer, 
                                content_type='text/csv', accept='application/json'

print(predictor.predict(payload))

A resposta que você obtém de predictor.predict(payload) é o resultado da inferência do 
modelo.

Exemplo de pipeline de inferência do Realtime

É possível executar este exemplo de bloco de anotações usando o previsor SKLearn que mostra 
como implantar um endpoint, executar uma solicitação de inferência e desserializar a resposta. 
Encontre esse bloco de anotações e mais exemplos no repositório de exemplos do Amazon 
SageMaker no GitHub.
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Executar transformações em lotes com pipelines de inferência

Para obter inferências em um conjunto de dados inteiro, execute uma transformação em lote 
em um modelo treinado. Para executar inferências em um conjunto de dados inteiro, é possível 
usar o mesmo modelo de pipeline de inferência criado e implantado em um endpoint para o 
processamento em tempo real de um trabalho de transformação em lote. Para executar um trabalho 
de transformação em lote em um pipeline, faça download dos dados de entrada do Amazon S3 e 
envie-os em uma ou mais solicitações HTTP para o modelo de pipeline de inferência. Para ver um 
exemplo que mostra como preparar dados para uma transformação em lote, consulte “Seção 2 - 
Pré-processar os dados brutos de alojamento usando o Scikit Learn” dos endpoints multimodelo do 
Amazon SageMaker usando o caderno de amostra Linear Learner . Para obter informações sobre 
transformações em lote do Amazon SageMaker, consulte Usar transformação em lote.

Note

Quando você usa imagens de Docker personalizadas em um pipeline que inclui algoritmos 
internos doAmazon SageMaker, é preciso ter uma política do Amazon Elastic Container 
Registry (Amazon ECR). Seu repositório do Amazon ECR deve conceder permissão ao 
SageMaker para extrair a imagem. Para obter mais informações, consulte Solucionar 
problemas com permissões do Aamazon ECR para pipelines de inferência.

O exemplo a seguir mostra como executar uma tarefa de transformação usando o Amazon 
SageMaker Python SDK. Neste exemplo, model_name é o pipeline de inferência que combina 
modelos SparkML e XGBoost (criado nos exemplos anteriores). O local do Amazon S3 especificado 
por input_data_path contém os dados de entrada, no formato CSV, a serem baixados e enviados 
ao modelo SparkML. Após a conclusão do trabalho de transformação, o local do Amazon S3 
especificado por output_data_path conterá os dados de saída retornados pelo modelo do 
XGBoost no formato CSV.

import sagemaker
input_data_path = 's3://{}/{}/{}'.format(default_bucket, 'key', 'file_name')
output_data_path = 's3://{}/{}'.format(default_bucket, 'key')
transform_job = sagemaker.transformer.Transformer( 
    model_name = model_name, 
    instance_count = 1, 
    instance_type = 'ml.m4.xlarge', 
    strategy = 'SingleRecord', 
    assemble_with = 'Line', 
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    output_path = output_data_path, 
    base_transform_job_name='inference-pipelines-batch', 
    sagemaker_session=sagemaker.Session(), 
    accept = CONTENT_TYPE_CSV)
transform_job.transform(data = input_data_path,  
                        content_type = CONTENT_TYPE_CSV,  
                        split_type = 'Line')

Logs e métricas de pipeline de inferência

O monitoramento é importante para manter a confiabilidade, a disponibilidade e o desempenho dos 
recursos do Amazon SageMaker. Para monitorar e solucionar problemas de desempenho de pipeline 
de inferência, use logs e mensagens de erro do Amazon CloudWatch Logs. Para obter informações 
sobre as ferramentas de monitoramento fornecidas pelo SageMaker, consulte Monitore AWS os 
recursos provisionados ao usar a Amazon SageMaker.

Usar métricas para monitorar modelos de vários contêineres

Para monitorar os modelos de vários contêineres em pipelines de inferência, use o Amazon 
CloudWatch. O CloudWatch coleta dados brutos e os transforma em métricas legíveis quase em 
tempo real. Os endpoints e trabalhos de treinamento do SageMaker gravam métricas e registros do 
CloudWatch no namespace AWS/SageMaker.

A tabela a seguir lista as métricas e as dimensões para o seguinte:

• Invocações de endpoint

• Tarefas de treinamento, tarefas de transformação em lote e instâncias de endpoint

A dimensão é um par de nome-valor que identifica exclusivamente uma métrica. Você pode 
atribuir até 10 dimensões a uma métrica. Para obter mais informações sobre monitoramento com o 
CloudWatch, consulte Monitore a Amazon SageMaker com a Amazon CloudWatch.

Métricas de invocação de endpoint

O namespace AWS/SageMaker inclui as seguintes métricas de solicitação de chamadas para
InvokeEndpoint.

As métricas são relatadas em intervalos de 1 minuto.
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Métrica Descrição

Invocatio 
n4XXErrors

O número de solicitações InvokeEndpoint  em que o modelo 
retornou um código de resposta HTTP 4xx. Para cada resposta 4xx, o 
SageMaker envia um 1.

Unidades: nenhuma

Estatística válida: Average, Sum

Invocatio 
n5XXErrors

O número de solicitações InvokeEndpoint  em que o modelo 
retornou um código de resposta HTTP 5xx. Para cada resposta 5xx, o 
SageMaker envia um 1.

Unidades: nenhuma

Estatística válida: Average, Sum

Invocations As solicitações number of InvokeEndpoint  enviadas para um 
endpoint de modelo.

Para obter o número total de solicitações enviadas a um endpoint de 
modelo, use a estatística Sum.

Unidades: nenhuma

Estatística válida: Sum, Sample Count

Invocatio 
nsPerInstance

O número de invocações de endpoint enviado a um modelo, normalizado 
por InstanceCount  em cada ProductionVariant . O SageMaker 
envia 1/numberOfInstances  como o valor em cada solicitação, em 
que numberOfInstances  é o número de instâncias ativas para o 
ProductionVariant do endpoint no momento da solicitação.

Unidades: nenhuma

Estatística válida: Sum

ModelLatency O tempo que o modelo ou modelos levaram para responder. Isso inclui 
o tempo necessário para enviar a solicitação, buscar a resposta do 
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Métrica Descrição

contêiner do modelo e concluir a inferência no contêiner. ModelLate 
ncy  é o tempo total gasto por todos os contêineres em um pipeline de 
inferência.

Unidade: microssegundos

Estatísticas válidas: Average, Sum, Min, Max, contagem de amostras

OverheadLatency O tempo adicionado ao tempo gasto para responder a uma solicitação 
do cliente pelo OverheadLatency  para sobrecarga. é medido a partir 
do momento em que o SageMaker recebe a solicitação até retornar uma 
resposta ao cliente, menos a ModelLatency . A latência de sobrecarg 
a pode variar dependendo de tamanhos de carga útil de solicitações e 
respostas, frequência de solicitações e autenticação ou autorização da 
solicitação, entre outros fatores.

Unidade: microssegundos

Estatísticas válidas: Average, Sum, Min, Max, Sample Count

Container 
Latency

O tempo necessário para um contêiner de pipelines de inferência 
responder como exibido no SageMaker. ContainerLatency  inclui 
o tempo necessário para enviar a solicitação, buscar a resposta do 
contêiner do modelo e concluir a inferência no contêiner.

Unidade: microssegundos

Estatísticas válidas: Average, Sum, Min, Max, Sample Count

Dimensões para métricas de invocação de endpoint

Dimensão Descrição

EndpointName, 
VariantName, 
ContainerName

Filtra as métricas de invocação do endpoint para um Productio 
nVariant  no endpoint especificado e para a variante especificada.
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Para um endpoint de pipeline de inferência, o lista as métricas de latência por contêiner em sua 
conta como Métricas de contêiner de endpoint e Métricas de variante de endpoint no namespace
SageMaker, da forma a seguir. A métrica ContainerLatency aparece apenas para pipelines de 
inferências.

Para cada endpoint e cada contêiner, as métricas de latência exibem nomes para o contêiner, o 
endpoint, a variante e a métrica.

Métricas de trabalho de treinamento, trabalho de transformação em lote e instância de endpoint

Os namespaces /aws/sagemaker/TrainingJobs, /aws/sagemaker/TransformJobs e /
aws/sagemaker/Endpoints incluem as seguintes métricas para trabalhos de treinamento e 
instâncias de endpoint.

As métricas são relatadas em intervalos de 1 minuto.

Métrica Descrição

CPUUtilization O percentual de unidades de CPU usadas pelos contêineres em 
execução em uma instância. O valor varia de 0% a 100% e é multiplic 
ado pelo número de CPUs. Por exemplo, se houver quatro CPUs,
CPUUtilization  poderá variar de 0% a 400%.
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Métrica Descrição

Para trabalhos de treinamento, o CPUUtilization  é a utilização de 
CPU do contêiner de algoritmo em execução na instância.

Para trabalhos de transformação em lote, o CPUUtilization  é a 
utilização da CPU do contêiner de transformação em execução na 
instância.

Para modelos de vários contêineres, CPUUtilization  é a soma da 
utilização da CPU por todos os contêineres em execução na instância.

Para variantes de endpoint, CPUUtilization  é a soma de utilização 
da CPU por todos os contêineres em execução na instância.

Unidades: percentual

MemoryUti 
lization

O percentual de memória usada pelos contêineres em execução em 
uma instância. Esse valor varia de 0% a 100%.

Para tarefas de treinamento, MemoryUtilization  é a memória 
usada pelo contêiner de algoritmo em execução na instância.

Para tarefas de transformação em lote, MemoryUtilization  é 
a memória usada pelo contêiner de transformação em execução na 
instância.
Para modelos com vários contêineres, MemoryUtilization  é a 
soma da memória usada por todos os contêineres em execução na 
instância.

Para variantes de endpoint, MemoryUtilization  é a soma da 
memória usada por todos os contêineres em execução na instância.

Unidades: percentual
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Métrica Descrição

GPUUtilization A porcentagem de unidades de GPU que são usadas pelos contêiner 
es em execução em uma instância. GPUUtilization  varia de 0% a 
100% e é multiplicado pelo número de GPUs. Por exemplo, se houver 
quatro GPUs, GPUUtilization  poderá variar de 0% a 400%.

Para tarefas de treinamento, GPUUtilization  é a GPU usada pelo 
contêiner de algoritmo em execução na instância.

Para trabalhos de transformação em lote, GPUUtilization  é a GPU 
usada pelo contêiner de transformação em execução na instância.

Para modelos com vários contêineres, GPUUtilization  é a soma da 
GPU usada por todos os contêineres em execução na instância.

Para variantes de endpoint, GPUUtilization  é a soma da GPU 
usada por todos os contêineres em execução na instância.

Unidades: percentual
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Métrica Descrição

GPUMemory 
Utilization

O percentual de memória de GPU usada pelos contêineres em execução 
em uma instância. GPUMemoryUtilization varia de 0% a 100% e é 
multiplicado pelo número de GPUs. Por exemplo, se houver quatro 
GPUs, GPUMemoryUtilization  poderá variar de 0% a 400%.

Para tarefas de treinamento, GPUMemoryUtilization  é a memória 
da GPU usada pelo contêiner do algoritmo em execução na instância.

Para tarefas de transformação em lote, GPUMemoryUtilization  é 
a memória da GPU usada pelo contêiner de transformação em execução 
na instância.

Para modelos com vários contêineres, GPUMemoryUtilization  é a 
soma da GPU usada por todos os contêineres em execução na instância 
.

Para variantes de endpoint, GPUMemoryUtilization  é a soma 
da memória da GPU usada por todos os contêineres em execução na 
instância.

Unidades: percentual

DiskUtilization A porcentagem de espaço em disco usada pelos contêineres em 
execução em uma instância. DiskUtilization varia de 0% a 100%. Essa 
métrica não oferece suporte para trabalhos de transformação em lote.

Para tarefas de treinamento, DiskUtilization  é o espaço em disco 
usado pelo contêiner de algoritmo em execução na instância.

Para variantes de endpoint, DiskUtilization  é a soma do espaço 
em disco usado por todos os contêineres fornecidos em execução na 
instância.

Unidades: percentual

Dimensões para métricas de trabalho de treinamento, trabalho de transformação em lote e instância 
de endpoint
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Dimensão Descrição

Host Para tarefas de treinamento, Host tem o formato [training-
job-name]/algo-[instance-number-in-cluster] . Use 
essa dimensão para filtrar as métricas de instância para o trabalho de 
treinamento e a instância especificados. Esse formato de dimensão 
está presente somente no namespace /aws/sagemaker/Tra 
iningJobs .

Para tarefas de transformação em lote, Host tem o formato [transfor 
m-job-name]/[instance-id] . Use essa dimensão para filtrar 
métricas de instância para o trabalho de transformação em lote e a 
instância especificados. Esse formato de dimensão está presente 
somente no namespace /aws/sagemaker/TransformJobs .

Para endpoints, Host tem o formato [endpoint-name]/
[ production-variant-name ]/[instance-id] . Use essa 
dimensão para filtrar as métricas de instância para o endpoint, a variante 
e a instância especificados. Esse formato de dimensão está presente 
somente no namespace /aws/sagemaker/Endpoints .

Para ajudar a depurar seus trabalhos de treinamento, endpoints e configurações de ciclo de vida 
de instâncias de bloco de anotações, o stdout também envia tudo que um contêiner de algoritmo, 
um contêiner de modelo ou uma configuração de ciclo de vida de instâncias de bloco de anotações 
envia para o ou stderr para o Amazon CloudWatch Logs. Você pode usar essas informações para 
depuração e para analisar o progresso.

Usar logs para monitorar um pipeline de inferência

A tabela a seguir lista os grupos de log e os streams de logs que o SageMaker envia ao Amazon 
CloudWatch.

Stream de log é uma sequência de eventos de log que compartilham a mesma origem. Cada origem 
separada de logs no CloudWatch compõe um fluxo de logs separado. Um grupo de logs é um grupo 
de fluxos de log que compartilham as mesmas configurações de retenção, monitoramento e controle 
de acesso.

Logs
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Nome do grupo de 
logs

Nome do fluxo de logs

/aws/sagemaker/
TrainingJobs

[training-job-name]/algo-[instance-number-in- 
cluster]-[epoch_timestamp]

[production-variant-name]/[instance-id]

[production-variant-name]/[instance-id]

/aws/sagemaker/
Endpoints/[E 
ndpointName]

[production-variant-name]/[instance-id]/[cont 
ainer-name provided in the SageMaker model] (For 
Inference Pipelines)  Para logs de pipelines de inferência, se 
você não fornecer nomes de contêineres, o Cloudwatch usa o **contain 
er-1, container-2** e assim por diante, na ordem em que os contêineres 
forem fornecidos no modelo.

/aws/sagemaker/
NotebookInst 
ances

[notebook-instance-name]/[LifecycleConfigHook]

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]/data-log

/aws/sagemaker/
TransformJobs

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]/[container-name provided in the SageMaker 
model] (For Inference Pipelines)  Para logs de pipelines de 
inferência, se você não fornecer nomes de contêineres, o Cloudwatch 
usa o **container-1, container-2** e assim por diante, na ordem em que 
os contêineres forem fornecidos no modelo.

Note

O SageMaker cria o grupo de logs /aws/sagemaker/NotebookInstances quando você 
cria uma instância de bloco de anotações com uma configuração de ciclo de vida. Para obter 
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mais informações, consulte Personalizar uma instância de caderno usando um script de 
configuração do ciclo de vida.

Para obter mais informações sobre registro em log do SageMaker, consulte Registre SageMaker 
eventos da Amazon com a Amazon CloudWatch.

Solucionar problemas em pipelines de inferência

Para solucionar problemas de pipeline de inferência, use logs e mensagens de erro do CloudWatch. 
Se estiver usando imagens do Docker personalizadas em um pipeline que inclua algoritmos internos 
do Amazon SageMaker, você também poderá encontrar problemas de permissões. Para conceder as 
permissões necessárias, crie uma política do Amazon Elastic Container Registry (Amazon ECR).

Tópicos

• Solucionar problemas com permissões do Aamazon ECR para pipelines de inferência

• Usar os logs do para solucionar problemas de pipeline de inferência do SageMaker

• Use mensagens de erro para solucionar problemas com pipelines de inferência.

Solucionar problemas com permissões do Aamazon ECR para pipelines de inferência

Quando você usa imagens de Docker personalizadas em um pipeline que inclui algoritmos internos 
do SageMaker, é preciso ter uma política do Amazon ECR. A política permite que o seu repositório 
do Amazon ECR conceda permissão para o enviar a imagem. A política deve adicionar as seguintes 
permissões:

{ 
    "Version": "2008-10-17", 
    "Statement": [ 
        { 
            "Sid": "allowSageMakerToPull", 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": [ 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage", 
                "ecr:BatchCheckLayerAvailability" 
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            ] 
        } 
    ]
}

Usar os logs do para solucionar problemas de pipeline de inferência do SageMaker

O SageMaker publica os logs de contêiner para endpoints que implantam um pipeline de inferência 
no Amazon CloudWatch a seguir para cada contêiner.

/aws/sagemaker/Endpoints/{EndpointName}/{Variant}/{InstanceId}/{ContainerHostname}

Por exemplo, os logs desse endpoint são publicados nos seguintes grupos de logs e streams:

EndpointName: MyInferencePipelinesEndpoint
Variant: MyInferencePipelinesVariant
InstanceId: i-0179208609ff7e488
ContainerHostname: MyContainerName1 and MyContainerName2

logGroup: /aws/sagemaker/Endpoints/MyInferencePipelinesEndpoint
logStream: MyInferencePipelinesVariant/i-0179208609ff7e488/MyContainerName1
logStream: MyInferencePipelinesVariant/i-0179208609ff7e488/MyContainerName2

Stream de log é uma sequência de eventos de log que compartilham a mesma origem. Cada origem 
separada de logs no CloudWatch compõe um fluxo de logs separado. Um grupo de logs é um grupo 
de fluxos de log que compartilham as mesmas configurações de retenção, monitoramento e controle 
de acesso.

Para ver os grupos de log e streams

1. Abra o console do CloudWatch em https://console.aws.amazon.com/cloudwatch/.

2. Na página de navegação, escolha Logs.

3. In Log Groups (Grupos de log) filtre em MyInferencePipelinesEndpoint:

4. Para ver os fluxos de log, na página CloudWatch Log Groups, escolha
MyInferencePipelinesEndpoint e, em seguida, Search Log Group.
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Para obter uma lista dos logs publicados pelo SageMaker, consulte Logs e métricas de pipeline de 
inferência.

Use mensagens de erro para solucionar problemas com pipelines de inferência.

As mensagens de erro do pipeline de inferência indicam quais contêineres falharam.

Se ocorrer um erro enquanto o estiver chamando um endpoint, o serviço retornará um ModelError
(código de erro 424), que indica qual contêiner apresentou falha. Se a carga útil da solicitação (a 
resposta do contêiner anterior) exceder o limite de 5 MB, o SageMaker fornecerá uma mensagem de 
erro detalhada, como:

Resposta recebida de MyContainerName1 com o código de status 200. No entanto, a carga útil da 
solicitação de MyContainerName1 para MyContainerName2 é de 6000000 bytes, que excedeu o 
limite máximo de 5 MB.

Se um contêiner falhar na verificação de integridade do ping enquanto o estiver criando um endpoint, 
ele retornará um ClientError e indicará todos os contêineres que falharam na verificação do ping 
na última verificação de integridade.

Excluir endpoints e recursos

Excluir endpoints para parar de incorrer em cobranças.

Excluir endpoint

Exclua seu endpoint programaticamente usandoAWS SDK for Python (Boto3), com o AWS CLI ou 
interativamente usando o console. SageMaker

SageMaker libera todos os recursos que foram implantados quando o endpoint foi criado. A exclusão 
de um endpoint não excluirá a configuração do endpoint ou o modelo. SageMaker Consulte Excluir 
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configuração de endpoint e Excluir modelo para obter informações sobre como excluir a configuração 
e o SageMaker modelo do endpoint.

AWS SDK for Python (Boto3)

Use a API DeleteEndpoint para excluir seu endpoint. Especifique o nome do endpoint para o 
campo EndpointName.

import boto3

# Specify your AWS Region
aws_region='<aws_region>'

# Specify the name of your endpoint
endpoint_name='<endpoint_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Delete endpoint
sagemaker_client.delete_endpoint(EndpointName=endpoint_name)

AWS CLI

Para excluir um endpoint, use o comando delete-endpoint: Para o sinalizador endpoint-
name, especifique o nome do seu endpoint.

aws sagemaker delete-endpoint --endpoint-name <endpoint-name>

SageMaker Console

Exclua seu endpoint de forma interativa com o SageMaker console.

1. No SageMaker console, no menu de navegação https://console.aws.amazon.com/
sagemaker/, escolha Inferência.

2. Escolha Endpoints no menu suspenso. Uma lista de endpoints criados em sua conta AWS 
aparecerá por nome, Nome do recurso da Amazon (ARN), hora de criação, status e carimbo 
de data/hora da última atualização do endpoint.

3. Selecione o endpoint que você deseja excluir.

4. Selecione o botão suspenso Ações no canto superior direito.
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5. Escolha Excluir.

Excluir configuração de endpoint

Exclua a configuração do endpoint programaticamente usandoAWS SDK for Python (Boto3), com 
o ou interativamente usando AWS CLI o console. SageMaker A exclusão de uma configuração de 
endpoint não exclui endpoints criados usando essa configuração. Consulte Excluir endpoint para 
obter informações sobre como excluir seu endpoint.

Não exclua uma configuração de endpoint em uso por um endpoint ativo ou enquanto o endpoint 
está sendo atualizado ou criado. Você pode perder a visibilidade do tipo de instância que o endpoint 
está usando se excluir a configuração de endpoint de um endpoint ativo ou que está sendo criado ou 
atualizado.

AWS SDK for Python (Boto3)

Use a API DeleteEndpointConfig para excluir seu endpoint. Especifique o nome da 
configuração de endpoint para o campo EndpointConfigName.

import boto3

# Specify your AWS Region
aws_region='<aws_region>'

# Specify the name of your endpoint configuration
endpoint_config_name='<endpoint_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Delete endpoint configuration
sagemaker_client.delete_endpoint_config(EndpointConfigName=endpoint_config_name) 
                         

Opcionalmente, você pode usar a API DescribeEndpointConfig para retornar informações 
sobre o nome dos seus modelos implantados (variantes de produção), como o nome do seu 
modelo e o nome da configuração de endpoint associada a esse modelo implantado. Forneça o 
nome do seu endpoint para o campo EndpointConfigName.

# Specify the name of your endpoint
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endpoint_name='<endpoint_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Store DescribeEndpointConfig response into a variable that we can index in the 
 next step.
response = 
 sagemaker_client.describe_endpoint_config(EndpointConfigName=endpoint_name)

# Delete endpoint
endpoint_config_name = response['ProductionVariants'][0]['EndpointConfigName'] 
                         
# Delete endpoint configuration
sagemaker_client.delete_endpoint_config(EndpointConfigName=endpoint_config_name)     
                     
                         

Para obter mais informações sobre outros elementos de resposta retornados 
porDescribeEndpointConfig, consulte DescribeEndpointConfigo Guia de referência da 
SageMaker API.

AWS CLI

Use o comando delete-endpoint-configpara excluir a configuração de endpoint. 
Especifique o nome da configuração de endpoint para o sinalizador endpoint-config-name.

aws sagemaker delete-endpoint-config \ 
                        --endpoint-config-name <endpoint-config-name>

Opcionalmente, você pode usar o comando describe-endpoint-config para retornar 
informações sobre o nome dos seus modelos implantados (variantes de produção), como o nome 
do seu modelo e o nome da configuração de endpoint associada a esse modelo implantado. 
Forneça o nome do seu endpoint para o sinalizador endpoint-config-name.

aws sagemaker describe-endpoint-config --endpoint-config-name <endpoint-config-name>

Isso retornará uma resposta JSON. Você pode copiar e colar, usar um analisador JSON ou 
usar uma ferramenta criada para análise JSON para obter o nome da configuração do endpoint 
associado a esse endpoint.
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SageMaker Console

Exclua a configuração do endpoint de forma interativa com o SageMaker console.

1. No SageMaker console, no menu de navegação https://console.aws.amazon.com/
sagemaker/, escolha Inferência.

2. Escolha Configurações de Endpoint no menu suspenso. Uma lista de configurações de 
endpoints criadas em sua conta AWS aparecerá por nome, Nome do recurso da Amazon 
(ARN) e horário de criação.

3. Selecione a configuração de endpoint que você deseja excluir.

4. Selecione o botão suspenso Ações no canto superior direito.

5. Escolha Excluir.

Excluir modelo

Exclua seu SageMaker modelo programaticamente usandoAWS SDK for Python (Boto3), com o 
AWS CLI ou interativamente usando o console. SageMaker A exclusão de um SageMaker modelo 
exclui somente a entrada do modelo que foi criada em. SageMaker Excluir um modelo não exclui 
os artefatos, o código de inferência ou a função do IAM do modelo que você especificou ao criar o 
modelo.

AWS SDK for Python (Boto3)

Use a DeleteModelAPI para excluir seu SageMaker modelo. Especifique o nome do seu 
modelo para o campo ModelName.

import boto3

# Specify your AWS Region
aws_region='<aws_region>'

# Specify the name of your endpoint configuration
model_name='<model_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Delete model
sagemaker_client.delete_model(ModelName=model_name) 
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Opcionalmente, você pode usar a API DescribeEndpointConfig para retornar informações 
sobre o nome dos seus modelos implantados (variantes de produção), como o nome do seu 
modelo e o nome da configuração de endpoint associada a esse modelo implantado. Forneça o 
nome do seu endpoint para o campo EndpointConfigName.

# Specify the name of your endpoint
endpoint_name='<endpoint_name>'

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Store DescribeEndpointConfig response into a variable that we can index in the 
 next step.
response = 
 sagemaker_client.describe_endpoint_config(EndpointConfigName=endpoint_name)

# Delete endpoint
model_name = response['ProductionVariants'][0]['ModelName']
sagemaker_client.delete_model(ModelName=model_name)                         
                         

Para obter mais informações sobre outros elementos de resposta retornados 
porDescribeEndpointConfig, consulte DescribeEndpointConfigo Guia de referência da 
SageMaker API.

AWS CLI

Use o delete-modelcomando para excluir seu SageMaker modelo. Para o sinalizador model-
name, especifique o nome do modelo.

aws sagemaker delete-model \ 
                        --model-name <model-name>

Opcionalmente, você pode usar o comando describe-endpoint-config para retornar 
informações sobre o nome dos seus modelos implantados (variantes de produção), como o nome 
do seu modelo e o nome da configuração de endpoint associada a esse modelo implantado. 
Forneça o nome do seu endpoint para o sinalizador endpoint-config-name.

aws sagemaker describe-endpoint-config --endpoint-config-name <endpoint-config-name>

Opções de hospedagem 4315

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Operations_Amazon_SageMaker_Service.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Operations_Amazon_SageMaker_Service.html
https://docs.aws.amazon.com/cli/latest/reference/sagemaker/delete-model.html
https://docs.aws.amazon.com/cli/latest/reference/sagemaker/describe-endpoint-config.html


Amazon SageMaker Guia do Desenvolvedor

Isso retornará uma resposta JSON. Você pode copiar e colar, usar um analisador JSON ou 
usar uma ferramenta criada para análise JSON para obter o nome do modelo associado a esse 
endpoint.

SageMaker Console

Exclua seu SageMaker modelo de forma interativa com o SageMaker console.

1. No SageMaker console, no menu de navegação https://console.aws.amazon.com/
sagemaker/, escolha Inferência.

2. No menu suspenso, escolha Modelos. Uma lista de modelos criados em sua conta AWS 
aparecerá por nome, Nome do recurso da Amazon (ARN) e horário de criação.

3. Selecione o modelo que deseja excluir.

4. Selecione o botão suspenso Ações no canto superior direito.

5. Escolha Excluir.

Dimensione automaticamente os SageMaker modelos da Amazon

A Amazon SageMaker oferece suporte à escalabilidade automática (escalabilidade automática) 
para seus modelos hospedados. O ajuste de escala automático ajusta dinamicamente o número 
de instâncias provisionadas para um modelo em resposta às alterações no workload. Quando a 
workload aumenta, o ajuste de escala automático disponibiliza mais instâncias online. Quando a 
workload diminui, o ajuste de escala automático remove as instâncias desnecessárias para que você 
não precise pagar pelas instâncias provisionadas que não está usando.

Tópicos

• Visão geral do Auto Scaling

• Configurar a ajuste de escala automático do modelo com o console

• Registrar um modelo

• Definir uma política de escalabilidade

• Aplicar uma política de escalabilidade

• Editar uma política de escalabilidade

• Excluir uma política de escalabilidade

• Verifique o status de uma atividade de escalabilidade descrevendo as atividades de escalabilidade

• Testes de carga da configuração de ajuste de escala automático
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• Use AWS CloudFormation para criar uma política de escalabilidade

• Atualizar ou excluir endpoints que usam escalonamento automático

Visão geral do Auto Scaling

A visão geral a seguir fornece detalhes sobre os pré-requisitos e os componentes usados para o 
escalonamento automático.

Tópicos

• Pré-requisitos

• Visão geral da política de escalabilidade

• Escala baseada em uma programação

• Limites mínimos e máximos de escala

• Desaquecimento

• Permissões

• Perfil vinculado a serviço

• Recursos relacionados

Pré-requisitos

Antes de usar o auto scaling, você já deve ter criado um SageMaker modelo de endpoint da Amazon. 
Você pode ter várias versões de modelo para o mesmo endpoint. Cada modelo é chamado de
variante de produção (modelo). Para mais informações sobre como implantar um endpoint de 
modelo, consulte Implante o modelo em serviços SageMaker de hospedagem.

Para ativar o escalonamento automático para um modelo, você pode usar o SageMaker console, 
o AWS Command Line Interface (AWS CLI) ou um AWS SDK por meio da API Application Auto 
Scaling.

• Se esta é a primeira vez que você configura o dimensionamento de um modelo, recomendamos 
que você faça isso. Configurar a ajuste de escala automático do modelo com o console

• Ao usar a API Application Auto Scaling AWS CLI ou a Application Auto Scaling, o fluxo é registrar 
o modelo como um alvo escalável, definir a política de escalabilidade e aplicá-la. No SageMaker 
console, em Inferência no painel de navegação, escolha Endpoints. Encontre o nome do endpoint 
do seu modelo e, em seguida, escolha-o para encontrar o nome da variante. Você deve especificar 
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o nome do endpoint e o nome da variante para ativar o escalonamento automático para um 
modelo.

Visão geral da política de escalabilidade

Para usar o escalonamento automático, você define uma política de escalabilidade que adiciona 
e remove o número de instâncias da sua variante de produção em resposta às cargas de trabalho 
reais.

Para escalar automaticamente à medida que as mudanças na carga de trabalho ocorrem, você tem 
duas opções: rastreamento de metas e políticas de escalabilidade de etapas.

Recomendamos o uso de políticas de escalabilidade de rastreamento de metas. Com o 
rastreamento de metas, você escolhe uma CloudWatch métrica e um valor-alvo da Amazon. 
O Auto Scaling cria e gerencia CloudWatch os alarmes para a política de escalabilidade e 
calcula o ajuste de escalabilidade com base na métrica e no valor alvo. A política adiciona 
e remove o número de instâncias conforme necessário para manter a métrica no valor alvo 
especificado ou próximo a ele. Por exemplo, uma política de escalabilidade que usa a métrica 
predefinida InvocationsPerInstance com um valor de destino de 70 pode manter
InvocationsPerInstance em ou próxima a 70. Para obter mais informações, consulte Políticas 
de escalabilidade de rastreamento de metas no Guia do usuário do Application Auto Scaling.

É possível usar a escalabilidade em etapas quando precisar de uma configuração avançada, como 
especificar quantas instâncias serão implantadas em quais condições. Caso contrário, é preferível 
usar a escala de rastreamento de alvos, pois ela será totalmente automatizada. Observe que o 
escalonamento de etapas só pode ser gerenciado a partir da API Application Auto Scaling AWS 
CLI ou da API Application Auto Scaling. Para uma visão geral das políticas de escalabilidade de 
etapas e como elas funcionam, consulte Políticas de escalabilidade de etapas no Guia do usuário do
Application Auto Scaling

Para criar uma política de escalabilidade de rastreamento de destinos, especifique o seguinte:

• Métrica — A CloudWatch métrica a ser monitorada, como o número médio de invocações por 
instância.

• Valor alvo — O valor alvo da métrica, como 70 invocações por instância por minuto.

É possível criar políticas de escalabilidade de rastreamento de destino com métricas predefinidas 
ou personalizadas. Uma métrica predefinida é definida em uma enumeração para que você possa 
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especificá-la por nome no código ou usá-la no console. SageMaker Como alternativa, você pode 
usar a API Application Auto Scaling AWS CLI ou a Application Auto Scaling para aplicar uma 
política de escalabilidade de rastreamento de metas com base em uma métrica predefinida ou 
personalizada.

Observe que as atividades de escalonamento são realizadas com períodos de espera entre elas 
para evitar flutuações rápidas na capacidade. Opcionalmente, é possível configurar os períodos de 
esfriamento para a política de escalabilidade.

Escala baseada em uma programação

Você também pode criar ações agendadas para realizar atividades de escalabilidade em horários 
específicos. É possível criar ações programadas para escalar uma única vez ou de forma 
programada. Depois que uma ação programada é executada, sua política de escalabilidade pode 
continuar tomando decisões sobre a escalabilidade dinâmica à medida que as mudanças na 
carga de trabalho ocorrem. O escalonamento programado só pode ser gerenciado a partir da API 
Application Auto Scaling AWS CLI ou da API Application Auto Scaling. Para obter mais informações, 
consulte Escalabilidade programada no Guia do usuário do Application Auto Scaling.

Limites mínimos e máximos de escala

Ao configurar o escalonamento automático, você deve especificar seus limites de escalabilidade 
antes de criar uma política de escalabilidade. Você define limites separadamente para os valores 
mínimo e máximo.

O valor mínimo deve ser pelo menos 1 e igual ou menor que o valor especificado para o valor 
máximo.

O valor máximo deve ser igual ou maior que o valor especificado para o valor mínimo. SageMaker o 
auto scaling não impõe um limite para esse valor.

Para determinar os limites de escalabilidade necessários para o tráfego típico, teste sua configuração 
de escalonamento automático com a taxa de tráfego esperada para seu modelo.

Se o tráfego de uma variante se tornar zero, SageMaker será automaticamente escalado para o 
número mínimo de instâncias especificado. Nesse caso, SageMaker emite métricas com valor zero.

Há três opções para especificar a capacidade mínima e máxima:

1. Use o console para atualizar as configurações Contagem mínima de instâncias e Contagem
máxima de instâncias.
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2. Use as --max-capacity opções AWS CLI e inclua --min-capacity e ao executar o register-
scalable-targetcomando.

3. Chame a RegisterScalableTargetAPI e especifique os MinCapacity MaxCapacity parâmetros 
e.

Tip

Você pode escalar manualmente aumentando o valor mínimo ou ampliando manualmente 
diminuindo o valor máximo.

Desaquecimento

Um período de resfriamento é usado para proteger contra o excesso de escala quando seu modelo 
está aumentando (reduzindo a capacidade) ou aumentando a escala (aumentando a capacidade). 
Isso é feito desacelerando as atividades de escalonamento subsequentes até que o período expire. 
Especificamente, ele bloqueia a exclusão de instâncias para solicitações de expansão e limita a 
criação de instâncias para solicitações de expansão. Para obter mais informações, consulte Definir 
períodos de espera no Guia do usuário do Application Auto Scaling.

Você configura o período de espera em sua política de escalabilidade.

Se você não especificar um período de espera de expansão ou redução, sua política de 
escalabilidade usará o padrão, que é de 300 segundos para cada um.

Se as instâncias estiverem sendo adicionadas ou removidas muito rapidamente ao testar sua 
configuração de escalabilidade, considere aumentar esse valor. Você pode ver esse comportamento 
se o tráfego para seu modelo tiver muitos picos ou se você tiver várias políticas de escalabilidade 
definidas para uma variante.

Se as instâncias não estiverem sendo adicionadas com rapidez suficiente para lidar com o aumento 
do tráfego, pense em diminuir esse valor.

Permissões

O escalonamento automático é possível graças a uma combinação das APIs Amazon SageMaker 
CloudWatch, Amazon e Application Auto Scaling. Para obter informações sobre as permissões 
mínimas necessárias, consulte exemplos de políticas baseadas em identidade do Application Auto 
Scaling no Guia do Usuário do Application Auto Scaling.
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A política SagemakerFullAccessPolicy do IAM tem todas as permissões do IAM necessárias 
para realizar o escalonamento automático. Para obter mais informações sobre as permissões 
SageMaker do IAM, consulteSageMaker Funções.

Se você gerencia sua própria política de permissão, deverá incluir as seguintes permissões:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:UpdateEndpointWeightsAndCapacities" 
      ], 
      "Resource": "*" 
    }, 
    {     
        "Effect": "Allow", 
        "Action": [ 
            "application-autoscaling:*" 
        ], 
        "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "iam:CreateServiceLinkedRole", 
      "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
      "Condition": { 
        "StringLike": { "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudwatch:PutMetricAlarm", 
        "cloudwatch:DescribeAlarms", 
        "cloudwatch:DeleteAlarms" 
      ], 
      "Resource": "*" 
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    } 
  ]
}

Perfil vinculado a serviço

O escalonamento automático usa a função vinculada ao
AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint serviço. Essa função 
vinculada ao serviço concede permissão ao Application Auto Scaling para descrever os alarmes 
de suas políticas, monitorar os níveis de capacidade atuais e escalar o recurso de destino. Essa 
função é criada automaticamente para você. Para que a criação automática da função seja bem-
sucedida, você precisa ter permissão para a iam:CreateServiceLinkedRole ação. Para obter 
mais informações, consulte Funções vinculadas ao serviço no Guia do usuário do Application Auto 
Scaling.

Recursos relacionados

Para obter mais informações sobre como configurar o escalonamento automático, consulte os 
seguintes recursos:

• Seção application-autoscaling da Referência de comandos da AWS CLI

• Referência à API do Application Auto Scaling

• Guia do usuário do Application Auto Scaling

Configurar a ajuste de escala automático do modelo com o console

Para configurar o escalonamento automático para um modelo (console)

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Inferência e, em seguida, escolha Endpoints.

3. Escolha seu endpoint e, em seguida, para as configurações de tempo de execução do Endpoint, 
escolha a variante.

4. Escolha Configurar o Auto Scaling.

5. Na página Configurar escalabilidade automática da variante, para a escala automática da 
variante, faça o seguinte:

a. Em Contagem mínima de instâncias, digite o número mínimo de instâncias que você deseja 
que a política de escalabilidade mantenha. Pelo menos 1 instância é necessária.
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b. Em Contagem máxima de instâncias, digite o número máximo de instâncias que você 
deseja que a política de escalabilidade mantenha.

6. Para uma política de escalabilidade integrada, faça o seguinte:

a. Para a métrica Target, SageMakerVariantInvocationsPerInstance é selecionada 
automaticamente para a métrica e não pode ser alterada.

b. Para o valor alvo, digite o número médio de invocações por instância por minuto para o 
modelo. Para determinar esse valor, siga as instruções em Testes de carga.

c. (Opcional) Para resfriamento em escala (segundos) e resfriamento em expansão 
(segundos), insira a quantidade de tempo, em segundos, para cada período de 
resfriamento.

d. (Opcional) Selecione Desativar escalabilidade se você não quiser que o auto scaling 
encerre instâncias quando o tráfego diminuir.

7. Escolha Salvar.

Esse procedimento registra um modelo como um destino escalável com o Application Auto Scaling. 
Quando você registra um modelo, o Application Auto Scaling executa verificações de validação para 
confirmar se:

• O modelo existe

• As permissões são suficientes

• Você não está registrando uma variante com uma instância de desempenho ampliável, como a T2

Note

SageMaker não oferece suporte ao escalonamento automático para instâncias com 
capacidade de intermitência, como T2, porque elas já permitem maior capacidade sob 
cargas de trabalho maiores. Para obter informações sobre instâncias de desempenho com 
capacidade de intermitência, consulte Tipos de instância do Amazon EC2.

Registrar um modelo

Antes de adicionar uma política de escalabilidade ao seu modelo, primeiro você deve registrar seu 
modelo para escalonamento automático e definir os limites de escalabilidade para o modelo.
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Os procedimentos a seguir abordam como registrar um modelo (variante de produção) para 
escalonamento automático usando a AWS Command Line Interface (AWS CLI) ou a API Application 
Auto Scaling.

Tópicos

• Registrar um modelo (AWS CLI)

• Registro de um modelo (API do aplicativo Auto Scaling)

Registrar um modelo (AWS CLI)

Para registrar sua variante de produção, use o register-scalable-targetcomando com os seguintes 
parâmetros:

• --service-namespace—Defina esse valor como sagemaker.

• --resource-id—O identificador de recurso para o modelo (especificamente, a variante de 
produção). Para esse parâmetro, o tipo de recurso é endpoint e o identificador exclusivo é o 
nome da variante de produção. Por exemplo, endpoint/my-endpoint/variant/my-variant.

• --scalable-dimension—Defina esse valor como
sagemaker:variant:DesiredInstanceCount.

• --min-capacity— O número mínimo de instâncias. Este valor deve ser definido como 1, pelo 
menos. Além disso, deve ser igual ou menor que o valor especificado para max-capacity.

• --max-capacity— O número máximo de instâncias. Este valor deve ser definido como 1, pelo 
menos. Além disso, deve ser igual ou maior que o valor especificado para min-capacity.

Example

O exemplo a seguir mostra como registrar uma variante chamadamy-variant, em execução no
my-endpoint endpoint, que pode ser escalada dinamicamente para ter de uma a oito instâncias.

aws application-autoscaling register-scalable-target \ 
  --service-namespace sagemaker \ 
  --resource-id endpoint/my-endpoint/variant/my-variant \ 
  --scalable-dimension sagemaker:variant:DesiredInstanceCount \ 
  --min-capacity 1 \ 
  --max-capacity 8
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Registro de um modelo (API do aplicativo Auto Scaling)

Para registrar seu cluster com o Application Auto Scaling, use a ação de API do
RegisterScalableTarget Application Auto Scaling com os seguintes parâmetros:

• ServiceNamespace—Defina esse valor como sagemaker.

• ResourceID—O identificador de recurso da variante de produção. Para esse parâmetro, o 
tipo de recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo,
endpoint/my-endpoint/variant/my-variant.

• ScalableDimension—Defina esse valor como
sagemaker:variant:DesiredInstanceCount.

• MinCapacity— O número mínimo de instâncias. Este valor deve ser definido como 1, pelo 
menos. Além disso, deve ser igual ou menor que o valor especificado para MaxCapacity.

• MaxCapacity— O número máximo de instâncias. Este valor deve ser definido como 1, pelo 
menos. Além disso, deve ser igual ou maior que o valor especificado para MinCapacity.

Example

O exemplo a seguir mostra como registrar uma variante chamadamy-variant, em execução no
my-endpoint endpoint, que pode ser escalada dinamicamente para usar de uma a oito instâncias.

POST / HTTP/1.1
Host: application-autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.RegisterScalableTarget
X-Amz-Date: 20230506T182145Z
User-Agent: aws-cli/2.0.0 Python/3.7.5 Windows/10 botocore/2.0.0dev4
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount", 
    "MinCapacity": 1, 
    "MaxCapacity": 8
}
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Definir uma política de escalabilidade

Antes de adicionar uma política de escalabilidade ao seu modelo, salve sua configuração de política 
como um bloco JSON em um arquivo de texto. Você usa esse arquivo de texto ao invocar o AWS 
Command Line Interface (AWS CLI) ou a API Application Auto Scaling. Você pode otimizar o 
escalonamento escolhendo uma CloudWatch métrica apropriada. No entanto, antes de usar uma 
métrica personalizada na produção, você deve testar o escalonamento automático com sua métrica 
personalizada.

Esta seção mostra exemplos de configurações de políticas para políticas de escalabilidade de 
rastreamento de metas.

Tópicos

• Especifique uma métrica predefinida (CloudWatch métrica: InvocationsPerInstance)

• Defina uma métrica personalizada (CloudWatchmétrica: CPUUtilization)

• Defina uma métrica personalizada (CloudWatch métrica: ExplanationsPerInstance)

• Especifique os períodos de recarga

Especifique uma métrica predefinida (CloudWatch métrica: InvocationsPerInstance)

Example

Veja a seguir um exemplo de configuração de política de rastreamento de metas para uma variante 
que mantém a média de invocações por instância em 70. Salve esta configuração em um arquivo 
chamado config.json.

{ 
    "TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    { 
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
    }
}

Para obter mais informações, consulte a Referência TargetTrackingScalingPolicyConfigurationda API 
Application Auto Scaling.
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Defina uma métrica personalizada (CloudWatchmétrica: CPUUtilization)

Para criar uma política de escalabilidade de rastreamento de metas com uma métrica personalizada, 
especifique o nome, o namespace, a unidade, a estatística e zero ou mais dimensões da métrica. 
Uma dimensão consiste em um nome e um valor de dimensão. Você pode usar qualquer métrica de 
variante de produção que mude em proporção à capacidade.

Example

O exemplo de configuração a seguir mostra uma política de escalabilidade de rastreamento de 
metas com uma métrica personalizada. A política dimensiona a variante com base em uma utilização 
média da CPU de 50% em todas as instâncias. Salve esta configuração em um arquivo chamado
config.json.

{ 
    "TargetValue": 50.0, 
    "CustomizedMetricSpecification": 
    { 
        "MetricName": "CPUUtilization", 
        "Namespace": "/aws/sagemaker/Endpoints", 
        "Dimensions": [ 
            {"Name": "EndpointName", "Value": "my-endpoint" }, 
            {"Name": "VariantName","Value": "my-variant"} 
        ], 
        "Statistic": "Average", 
        "Unit": "Percent" 
    }
}

Para obter mais informações, consulte a Referência CustomizedMetricSpecificationda API 
Application Auto Scaling.

Defina uma métrica personalizada (CloudWatch métrica: ExplanationsPerInstance)

Quando o endpoint tem a explicabilidade on-line ativada, ele emite uma
ExplanationsPerInstance métrica que gera o número médio de registros explicados por minuto, 
por instância, para uma variante. A utilização de recursos para explicar registros pode ser mais 
diferente da utilização de registros preditivos. É altamente recomendável usar essa métrica para o 
escalonamento de rastreamento de metas de endpoints com a explicabilidade on-line ativada.

Você pode criar várias políticas de rastreamento de alvos para um alvo escalável. Considere 
adicionar a InvocationsPerInstance política da Especifique uma métrica predefinida 
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(CloudWatch métrica: InvocationsPerInstance) seção (além da ExplanationsPerInstance
política). Se a maioria das invocações não retornar uma explicação devido ao valor limite 
definido no EnableExplanations parâmetro, o endpoint poderá escolher a política.
InvocationsPerInstance Se houver um grande número de explicações, o endpoint poderá usar 
a política ExplanationsPerInstance.

Example

O exemplo de configuração a seguir mostra uma política de escalabilidade de rastreamento de metas 
com uma métrica personalizada. A escala da política ajusta o número de instâncias variantes para 
que cada instância tenha uma ExplanationsPerInstance métrica de 20. Salve esta configuração 
em um arquivo chamado config.json.

{ 
    "TargetValue": 20.0, 
    "CustomizedMetricSpecification": 
    { 
        "MetricName": "ExplanationsPerInstance", 
        "Namespace": "AWS/SageMaker", 
        "Dimensions": [ 
            {"Name": "EndpointName", "Value": "my-endpoint" }, 
            {"Name": "VariantName","Value": "my-variant"} 
        ],
        "Statistic": "Sum" 
    }
}

Para obter mais informações, consulte a Referência CustomizedMetricSpecificationda API 
Application Auto Scaling.

Especifique os períodos de recarga

Opcionalmente, você pode definir períodos de espera em sua política de escalabilidade de 
rastreamento de metas especificando os parâmetros e. ScaleOutCooldown ScaleInCooldown

Example

Veja a seguir um exemplo de configuração de política de rastreamento de metas para uma variante 
que mantém a média de invocações por instância em 70. A configuração da política fornece 
um período de recarga de expansão de 10 minutos (600 segundos) e um período de recarga 
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de expansão de 5 minutos (300 segundos). Salve esta configuração em um arquivo chamado
config.json.

{ 
    "TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    { 
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
    }, 
    "ScaleInCooldown": 600, 
    "ScaleOutCooldown": 300
}

Para obter mais informações, consulte a Referência TargetTrackingScalingPolicyConfigurationda API 
Application Auto Scaling.

Aplicar uma política de escalabilidade

Depois de registrar seu modelo e definir uma política de escalabilidade, aplique a política de 
escalabilidade ao modelo registrado. Esta seção mostra como aplicar uma política de escalabilidade 
usando a AWS Command Line Interface (AWS CLI) ou a API Application Auto Scaling.

Tópicos

• Aplique uma política de escalabilidade de rastreamento de metas () AWS CLI

• Aplique uma política de escalabilidade (Application Auto Scaling API)

Aplique uma política de escalabilidade de rastreamento de metas () AWS CLI

Para aplicar uma política de escalabilidade ao modelo, use o comando put-scaling-policy da 
AWS CLI com os seguintes parâmetros:

• --policy-name—O nome da política de escalabilidade.

• --policy-type—Defina esse valor como TargetTrackingScaling.

• --resource-id—O identificador de recurso para a variante. Para esse parâmetro, o tipo 
de recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo,
endpoint/my-endpoint/variant/my-variant.

• --service-namespace—Defina esse valor como sagemaker.
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• --scalable-dimension—Defina esse valor como
sagemaker:variant:DesiredInstanceCount.

• --target-tracking-scaling-policy-configuration— A configuração da política de 
escalabilidade de rastreamento de metas a ser usada no modelo.

Example

O exemplo a seguir aplica uma política de escalabilidade de rastreamento de destino nomeada
my-scaling-policy a uma variante chamadamy-variant, em execução no my-endpoint
endpoint. Para a --target-tracking-scaling-policy-configuration opção, especifique o
config.json arquivo que você criou anteriormente.

aws application-autoscaling put-scaling-policy \ 
  --policy-name my-scaling-policy \ 
  --policy-type TargetTrackingScaling \ 
  --resource-id endpoint/my-endpoint/variant/my-variant \ 
  --service-namespace sagemaker \ 
  --scalable-dimension sagemaker:variant:DesiredInstanceCount \ 
  --target-tracking-scaling-policy-configuration file://config.json

Aplique uma política de escalabilidade (Application Auto Scaling API)

Para aplicar uma política de escalabilidade a uma variante com a API Application Auto Scaling, use a 
ação de API do PutScalingPolicy Application Auto Scaling com os seguintes parâmetros:

• PolicyName—O nome da política de escalabilidade.

• ServiceNamespace—Defina esse valor como sagemaker.

• ResourceID—O identificador de recurso para a variante. Para esse parâmetro, o tipo de recurso 
é endpoint e o identificador exclusivo é o nome da variante. Por exemplo, endpoint/my-
endpoint/variant/my-variant.

• ScalableDimension—Defina esse valor como
sagemaker:variant:DesiredInstanceCount.

• PolicyType—Defina esse valor como TargetTrackingScaling.

• TargetTrackingScalingPolicyConfiguration—A configuração da política de 
escalabilidade de rastreamento de destino a ser usada para a variante.
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Example

O exemplo a seguir aplica uma política de escalabilidade de rastreamento de destino nomeada my-
scaling-policy a uma variante chamadamy-variant, em execução no my-endpoint endpoint. 
A configuração da política mantém a média de invocações por instância em 70.

POST / HTTP/1.1
Host: application-autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.
X-Amz-Date: 20230506T182145Z
User-Agent: aws-cli/2.0.0 Python/3.7.5 Windows/10 botocore/2.0.0dev4
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "PolicyName": "my-scaling-policy", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount", 
    "PolicyType": "TargetTrackingScaling", 
    "TargetTrackingScalingPolicyConfiguration": { 
        "TargetValue": 70.0, 
        "PredefinedMetricSpecification": 
        { 
            "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
        } 
    }
}

Editar uma política de escalabilidade

Depois de criar uma política de escalabilidade, você pode editar qualquer uma de suas 
configurações, exceto o nome.

Tópicos

• Editar uma política de escalabilidade (console)

• Edite uma política de escalabilidade (AWS CLI ou a API do Application Auto Scaling)

• Desative temporariamente as políticas de escalabilidade
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Editar uma política de escalabilidade (console)

Para editar uma política de escalabilidade de rastreamento de metas com oAWS Management 
Console, use o mesmo procedimento que você costumava Configurar a ajuste de escala automático 
do modelo com o console usar.

Edite uma política de escalabilidade (AWS CLI ou a API do Application Auto Scaling)

Você pode usar a API Application Auto Scaling AWS CLI ou a Application Auto Scaling para editar 
uma política de escalabilidade da mesma forma que cria uma nova política de escalabilidade. Para 
ter mais informações, consulte Aplicar uma política de escalabilidade.

Desative temporariamente as políticas de escalabilidade

Depois de configurar o escalonamento automático, você tem as seguintes opções se precisar 
investigar um problema sem interferência das políticas de escalabilidade (escalabilidade dinâmica):

• Suspenda temporariamente e retome as atividades de escalabilidade chamando o comando da
register-scalable-targetCLI ou a ação RegisterScalableTargetda API, especificando um valor 
booleano para e. DynamicScalingInSuspended DynamicScalingOutSuspended

Example

O exemplo a seguir mostra como suspender as políticas de escalabilidade para uma variante 
chamadamy-variant, em execução no my-endpoint endpoint.

aws application-autoscaling register-scalable-target \ 
  --service-namespace sagemaker \ 
  --resource-id endpoint/my-endpoint/variant/my-variant \ 
  --scalable-dimension sagemaker:variant:DesiredInstanceCount \ 
  --suspended-
state '{"DynamicScalingInSuspended":true,"DynamicScalingOutSuspended":true}'

• Evite que políticas específicas de escalabilidade de rastreamento de metas sejam escalonadas em 
sua variante desativando a parte de expansão da política. Esse método impede que a política de 
escalabilidade exclua instâncias e ainda permite que ela as crie conforme necessário.

Desative temporariamente e, em seguida, ative as atividades de expansão editando a política 
usando o comando da put-scaling-policyCLI ou a ação da PutScalingPolicyAPI, especificando um 
valor booleano para. DisableScaleIn
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Example

Veja a seguir um exemplo de uma configuração de rastreamento de metas para uma política de 
escalabilidade que será ampliada, mas não ampliada.

{ 
    "TargetValue": 70.0, 
    "PredefinedMetricSpecification": 
    { 
        "PredefinedMetricType": "SageMakerVariantInvocationsPerInstance" 
    }, 
     "DisableScaleIn": true
}

Excluir uma política de escalabilidade

Se você não precisar mais de uma política de escalabilidade, poderá excluí-la a qualquer momento.

Tópicos

• Exclua todas as políticas de escalabilidade e cancele o registro do modelo (console)

• Exclua uma política de escalabilidade (AWS CLI ou a API do Application Auto Scaling)

Exclua todas as políticas de escalabilidade e cancele o registro do modelo (console)

Para excluir todas as políticas de escalabilidade e cancelar o registro da variante como um alvo 
escalável

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Endpoints.

3. Escolha seu endpoint e, em seguida, para as configurações de tempo de execução do Endpoint, 
escolha a variante.

4. Escolha Configurar o Auto Scaling.

5. Escolha Cancelar registro de ajuste de escala automático.
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Exclua uma política de escalabilidade (AWS CLI ou a API do Application Auto Scaling)

É possível usar a AWS CLI ou a API do Application Auto Scaling para excluir uma política de 
escalabilidade de uma variante.

Excluir uma política de escalabilidade (AWS CLI)

Para excluir uma política de escalabilidade de uma variante, use o delete-scaling-policycomando com 
os seguintes parâmetros:

• --policy-name—O nome da política de escalabilidade.

• --resource-id—O identificador de recurso para a variante. Para esse parâmetro, o tipo 
de recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo,
endpoint/my-endpoint/variant/my-variant.

• --service-namespace—Defina esse valor como sagemaker.

• --scalable-dimension—Defina esse valor como
sagemaker:variant:DesiredInstanceCount.

Example

O exemplo a seguir exclui uma política de escalabilidade de rastreamento de destino chamada
my-scaling-policy de uma variante chamadamy-variant, em execução no my-endpoint
endpoint.

aws application-autoscaling delete-scaling-policy \ 
  --policy-name my-scaling-policy \ 
  --resource-id endpoint/my-endpoint/variant/my-variant \ 
  --service-namespace sagemaker \ 
  --scalable-dimension sagemaker:variant:DesiredInstanceCount    

Exclua uma política de escalabilidade (API do Application Auto Scaling)

Para excluir a política de escalabilidade da sua variante, use a ação DeleteScalingPolicy da 
Application Auto Scaling API com os seguintes parâmetros:

• PolicyName—O nome da política de escalabilidade.

• ServiceNamespace—Defina esse valor como sagemaker.
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• ResourceID—O identificador de recurso para a variante. Para esse parâmetro, o tipo de recurso 
é endpoint e o identificador exclusivo é o nome da variante. Por exemplo, endpoint/my-
endpoint/variant/my-variant.

• ScalableDimension—Defina esse valor como
sagemaker:variant:DesiredInstanceCount.

Example

O exemplo a seguir exclui uma política de escalabilidade de rastreamento de destino chamada
my-scaling-policy de uma variante chamadamy-variant, em execução no my-endpoint
endpoint.

POST / HTTP/1.1
Host: application-autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.DeleteScalingPolicy
X-Amz-Date: 20230506T182145Z
User-Agent: aws-cli/2.0.0 Python/3.7.5 Windows/10 botocore/2.0.0dev4
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "PolicyName": "my-scaling-policy", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount"
}

Verifique o status de uma atividade de escalabilidade descrevendo as atividades de 
escalabilidade

Você pode verificar o status de uma atividade de escalabilidade para seu endpoint com 
escalabilidade automática descrevendo as atividades de escalabilidade. O Application Auto Scaling 
fornece informações descritivas sobre as atividades de escalabilidade no namespace especificado 
nas seis semanas anteriores. Para obter mais informações, consulte Atividades de escalabilidade 
para Application Auto Scaling no Guia do usuário do Application Auto Scaling.

Para verificar o status de uma atividade de escalabilidade, use o describe-scaling-activitiescomando. 
Você não pode verificar o status de uma atividade de escalabilidade usando o console.
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Tópicos

• Descrever as atividades de escalabilidade () AWS CLI

• Identifique atividades de escalabilidade bloqueadas a partir das cotas de instância () AWS CLI

Descrever as atividades de escalabilidade () AWS CLI

Para descrever as atividades de escalabilidade de todos os SageMaker recursos registrados no 
Application Auto Scaling, use describe-scaling-activitieso comando, sagemaker especificando a 
opção. --service-namespace

aws application-autoscaling describe-scaling-activities \ 
  --service-namespace sagemaker

Para descrever as atividades de escalabilidade para um recurso específico, inclua a --resource-
id opção.

aws application-autoscaling describe-scaling-activities \ 
  --service-namespace sagemaker \ 
  --resource-id endpoint/my-endpoint/variant/my-variant

O exemplo a seguir mostra a saída produzida quando você executa esse comando.

{ 
    "ActivityId": "activity-id", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount", 
    "Description": "string", 
    "Cause": "string", 
    "StartTime": timestamp, 
    "EndTime": timestamp, 
    "StatusCode": "string", 
    "StatusMessage": "string"
}

Identifique atividades de escalabilidade bloqueadas a partir das cotas de instância () AWS CLI

Ao expandir (adicionar mais instâncias), você pode atingir sua cota de instâncias no nível da conta. 
Você pode usar o describe-scaling-activitiescomando para verificar se atingiu sua cota de instância. 
Quando você excede sua cota, o escalonamento automático é bloqueado.
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Para verificar se você atingiu sua cota de instância, use o describe-scaling-activitiescomando e 
especifique o ID do recurso para a --resource-id opção.

aws application-autoscaling describe-scaling-activities \ 
    --service-namespace sagemaker \ 
    --resource-id endpoint/my-endpoint/variant/my-variant

Na sintaxe de retorno, verifique as chaves StatusCode e StatusMessage e seus valores associados.
StatusCode devoluções Failed. Dentro de StatusMessage, há uma mensagem indicando que a 
cota de serviço no nível da conta foi atingida. Veja a seguir um exemplo da possível aparência que a 
mensagem pode ter:

{ 
    "ActivityId": "activity-id", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/my-endpoint/variant/my-variant", 
    "ScalableDimension": "sagemaker:variant:DesiredInstanceCount", 
    "Description": "string", 
    "Cause": "minimum capacity was set to 110", 
    "StartTime": timestamp, 
    "EndTime": timestamp, 
    "StatusCode": "Failed", 
     "StatusMessage": "Failed to set desired instance count to 110. Reason: The  
    account-level service limit 'ml.xx.xxxxxx for endpoint usage' is 1000  
    Instances, with current utilization of 997 Instances and a request delta  
    of 20 Instances. Please contact AWS support to request an increase for this  
    limit. (Service: AmazonSageMaker; Status Code: 400;  
    Error Code: ResourceLimitExceeded; Request ID: request-id)."
}

Testes de carga da configuração de ajuste de escala automático

Execute testes de carga para escolher uma configuração de escalabilidade que funcione da maneira 
desejada.

As diretrizes a seguir para testes de carga pressupõem que você esteja 
usando uma política de escalabilidade que usa a métrica alvo predefinida.
SageMakerVariantInvocationsPerInstance

Tópicos

• Determinar as características de desempenho
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• Calcular a carga do destino

Determinar as características de desempenho

Execute testes de carga para encontrar o pico InvocationsPerInstance com o qual a 
variante de produção do modelo pode lidar, bem como a latência das solicitações à medida que a 
simultaneidade aumenta.

Esse valor depende do tipo de instância escolhido, das cargas que os clientes do modelo 
normalmente enviam, e do desempenho de qualquer dependência externa que o modelo tem.

Para encontrar o pico requests-per-second (RPS), a variante de produção do seu modelo pode lidar 
com a latência das solicitações

1. Configure um endpoint com o modelo usando uma única instância. Para obter informações 
sobre como configurar um endpoint, consulte Implante o modelo em serviços SageMaker de 
hospedagem.

2. Use uma ferramenta de teste de carregamento para gerar um número crescente de solicitações 
paralelas e monitorar o RPS e a latência do modelo no resultado gerado pela ferramenta.

Note

Você também pode monitorar requests-per-minute em vez do RPS. 
Nesse caso, na equação, não multiplique por 60 para calcular o
SageMakerVariantInvocationsPerInstance mostrado abaixo.

Quando a latência do modelo aumenta ou a proporção de transações bem-sucedidas diminui, 
trata-se do pico RPS que o modelo pode processar.

Calcular a carga do destino

Depois de encontrar as características de desempenho da variante, você pode determinar o 
RPS máximo a ser enviado para uma instância. O limite usado para a escalabilidade deve ser 
menor que esse valor máximo. Use a equação a seguir em combinação com o teste de carga para 
determinar o valor correto da métrica SageMakerVariantInvocationsPerInstance alvo em 
sua configuração de escalabilidade.
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SageMakerVariantInvocationsPerInstance = (MAX_RPS * SAFETY_FACTOR) * 60

Onde MAX_RPS é o RPS máximo determinado anteriormente, e SAFETY_FACTOR é o fator de 
segurança escolhido para evitar que seus clientes excedam esse RPS máximo. Multiplique por 60 
para converter de RPS em para corresponder invocations-per-minute à CloudWatch métrica por 
minuto SageMaker usada para implementar o escalonamento automático (você não precisa fazer 
isso se tiver requests-per-minute medido em vez de). requests-per-second

Note

SageMaker recomenda que você comece o teste com SAFETY_FACTOR 0,5. Teste sua 
configuração de escalabilidade para garantir que ela opere da maneira que você espera com 
seu modelo, tanto para aumentar quanto para diminuir o tráfego de clientes em seu endpoint.

Use AWS CloudFormation para criar uma política de escalabilidade

O exemplo a seguir mostra como configurar o escalonamento automático do modelo em um endpoint 
usando o. AWS CloudFormation

  Endpoint: 
    Type: "AWS::SageMaker::Endpoint" 
    Properties: 
      EndpointName: yourEndpointName
      EndpointConfigName: yourEndpointConfigName

  ScalingTarget: 
    Type: "AWS::ApplicationAutoScaling::ScalableTarget" 
    Properties: 
      MaxCapacity: 10
      MinCapacity: 2
      ResourceId: endpoint/my-endpoint/variant/my-variant
      RoleARN: arn
      ScalableDimension: sagemaker:variant:DesiredInstanceCount 
      ServiceNamespace: sagemaker 

  ScalingPolicy: 
    Type: "AWS::ApplicationAutoScaling::ScalingPolicy" 
    Properties: 
      PolicyName: my-scaling-policy
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      PolicyType: TargetTrackingScaling 
      ScalingTargetId: 
        Ref: ScalingTarget 
      TargetTrackingScalingPolicyConfiguration: 
        TargetValue: 70.0
        ScaleInCooldown: 600
        ScaleOutCooldown: 30
        PredefinedMetricSpecification: 
          PredefinedMetricType: SageMakerVariantInvocationsPerInstance

Para obter mais informações, consulte Criar recursos do Application Auto Scaling AWS 
CloudFormation no Guia do usuário do Application Auto Scaling.

Atualizar ou excluir endpoints que usam escalonamento automático

Tópicos

• Atualize os endpoints que usam o escalonamento automático

• Excluir endpoints configurados para escalonamento automático

Atualize os endpoints que usam o escalonamento automático

Quando você atualiza um endpoint, o Application Auto Scaling verifica se algum dos modelos 
desse endpoint é alvo do escalonamento automático. Se a atualização alterar o tipo de instância de 
qualquer modelo que seja alvo de escalonamento automático, a atualização falhará.

NoAWS Management Console, você vê um aviso de que deve cancelar o registro do modelo do 
escalonamento automático antes de poder atualizá-lo. Se você estiver tentando atualizar o endpoint 
chamando a API UpdateEndpoint, a chamada falhará. Antes de atualizar o endpoint, exclua todas as 
políticas de escalabilidade configuradas para ele e cancele o registro da variante como um destino 
escalável chamando a ação da API Application Auto Scaling DeregisterScalableTarget. Depois de 
atualizar o endpoint, você pode registrar a variante atualizada como um destino escalável e anexar 
uma política de escalabilidade.

Há uma exceção. Se você alterar o modelo de uma variante configurada para escalonamento 
automático, o Amazon SageMaker auto scaling permitirá a atualização. Isso ocorre porque 
a alteração do modelo normalmente não afeta o desempenho o suficiente para alterar o 
comportamento de escalabilidade. Se você atualizar um modelo para uma variante configurada para 
escalonamento automático, certifique-se de que a alteração no modelo não afete significativamente o 
desempenho e o comportamento de escalabilidade.
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Ao atualizar os SageMaker endpoints que têm o escalonamento automático aplicado, conclua as 
seguintes etapas:

Para atualizar um endpoint que tenha o escalonamento automático aplicado

1. Cancele o registro do endpoint como um alvo escalável ligando para. DeregisterScalableTarget

2. Como o escalonamento automático é bloqueado enquanto a operação de atualização está 
em andamento (ou se você desativou o escalonamento automático na etapa anterior), 
talvez você queira tomar a precaução adicional de aumentar o número de instâncias do seu 
endpoint durante a atualização. Para fazer isso, atualize as contagens de instâncias para as 
variantes de produção hospedadas no endpoint, chamando https://docs.aws.amazon.com/ 
sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
UpdateEndpointWeightsAndCapacities.

3. Chame  DescribeEndpoint repetidamente até que o valor no campo EndpointStatus da 
resposta seja InService.

4. Chame  DescribeEndpointConfig para obter os valores da configuração do endpoint atual.

5. Crie uma configuração de endpoint chamando  CreateEndpointConfig. Para as variantes de 
produção nas quais você deseja manter a contagem ou peso de instâncias existentes, use o 
mesmo nome de variante da resposta da chamada para  DescribeEndpointConfig na etapa 
anterior. Para todos os outros valores, use os valores que você obteve como resposta ao 
chamar  DescribeEndpointConfig na etapa anterior.

6. Atualize o endpoint chamando  UpdateEndpoint. Especifique a configuração do endpoint 
criado na etapa anterior no campo EndpointConfig. Se você quiser reter as propriedades 
da variante, como contagem de instâncias ou peso, defina o valor do parâmetro
RetainAllVariantProperties como True. Isso especifica que as variantes de produção 
com o mesmo nome serão atualizadas com a DesiredInstanceCount mais recente da 
resposta da chamada para DescribeEndpoint, independentemente dos valores do campo
InitialInstanceCount no novo EndpointConfig.

7. (Opcional) Reative o escalonamento automático ligando para e.
RegisterScalableTargetPutScalingPolicy

Note

As etapas 1 e 7 são necessárias somente se você estiver atualizando um endpoint com as 
seguintes alterações:
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• Alteração do tipo de instância de uma variante de produção que tem o escalonamento 
automático configurado

• Removendo uma variante de produção que tenha o escalonamento automático 
configurado.

Excluir endpoints configurados para escalonamento automático

Se você excluir um endpoint, o Application Auto Scaling verificará se algum dos modelos desse 
endpoint é alvo do escalonamento automático. Se algum for e você tiver permissão para cancelar 
o registro do modelo, o Application Auto Scaling fará o cancelamento e esses modelos deixarão 
de ser destinos escaláveis, sem que você seja notificado. Se você usa uma política de permissão 
personalizada que não fornece permissão para a DeregisterScalableTargetação, você deve solicitar 
acesso a essa ação antes de excluir o endpoint.

Note

Como usuário do IAM, talvez você não tenha permissão suficiente para excluir um endpoint 
se outro usuário tiver configurado o auto scaling para uma variante nesse endpoint.

Hospedar volumes de armazenamento de instâncias

Ao criar um endpoint, o Amazon SageMaker associa um volume de armazenamento do Amazon 
Elastic Block Store (Amazon EBS) às instâncias do Amazon EC2 que hospedam o endpoint. O 
tamanho do volume de armazenamento é escalável e as opções de armazenamento são divididas 
em duas categorias: armazenamento baseado em SSD e em HDD.

Para obter mais informações sobre armazenamentos e atributos do Amazon EBS consulte as 
seguintes páginas.

• Características do Amazon EBS

• Guia do usuário EBS da Amazon

Para obter uma lista completa dos volumes de armazenamento de instância do host, consulte Tabela 
de volumes de armazenamento de instância do host
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Note

O Amazon SageMaker associa um volume de armazenamento do Amazon Elastic 
Block Store (Amazon EBS) às instâncias do Amazon EC2, somente quando você cria 
tipos Inferência assíncrona ou Inferência em tempo real de endpoints. Para obter mais 
informações sobre a personalização do volume de armazenamento do Amazon EBS, 
consulte SageMaker parâmetros de endpoint para inferência de modelos grandes.

Valide com segurança os modelos em produção

O SageMaker permite testar vários modelos ou versões de modelos por trás do mesmo endpoint 
usando variantes de produção. Uma variante consiste em uma instância de ML e nos componentes 
de serviço especificados em um modelo do SageMaker. Você pode ter várias variantes por trás de 
um endpoint. Cada variante pode ter um tipo de instância diferente ou um modelo do SageMaker 
que pode ser escalado de forma automática independentemente das outras. Os modelos dentro 
das variantes podem ser treinados usando conjuntos de dados diferentes, algoritmos diferentes, 
estruturas de ML diferentes ou qualquer combinação destes. Todas as variantes por trás de um 
endpoint compartilham o mesmo código de inferência. O SageMaker oferece suporte a dois tipos de 
variantes, variantes de produção e variantes de sombra.

Se você tiver várias variantes de produção por trás de um endpoint, poderá alocar uma parte de suas 
solicitações de inferência para cada variante. Cada solicitação é encaminhada para somente uma 
das variantes de produção. A variante de produção para a qual a solicitação foi roteada fornece a 
resposta ao chamador. Você pode comparar o desempenho das variantes de produção em relação 
umas às outras.

Você também pode ter uma variante de sombra correspondente a uma variante de produção por trás 
de um endpoint. Uma parte das solicitações de inferência que vão para a variante de produção é 
replicada para a variante sombra. As respostas da variante sombra são registradas para comparação 
e não são devolvidas ao chamador. Isso permite testar o desempenho da variante de sombra sem 
expor o chamador à resposta produzida pela variante de sombra.

Tópicos

• Variantes de produção

• Variantes de sombra
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Variantes de produção

Nos fluxos de trabalho de ML de produção, engenheiros e cientistas de dados frequentemente 
tentam melhorar a performance de várias maneiras, como realizando Execute o ajuste automático do 
modelo com SageMaker, treinando em dados adicionais ou mais recentes e melhorando a seleção 
de recursos usando instâncias atualizadas e contêineres de serviço. Você pode usar variantes de 
produção para comparar seus modelos, instâncias e contêineres e escolher o candidato com melhor 
desempenho para responder às solicitações de inferência.

Com os endpoints de múltiplas variantes do SageMaker, você pode distribuir solicitações de 
invocação de endpoint em diversas variantes de produção ao fornecer a distribuição de tráfego para 
cada variante, ou pode invocar uma variante específica diretamente para cada solicitação. Neste 
tópico, analisamos ambos os métodos para testar modelos de ML.

Tópicos

• Testar modelos especificando a distribuição de tráfego

• Testar modelos invocando variantes específicas

• Exemplo de teste do modelo A/B

Testar modelos especificando a distribuição de tráfego

Para testar vários modelos distribuindo o tráfego entre eles, especifique a porcentagem do 
tráfego que é roteada para cada modelo especificando o peso de cada variante de produção na 
configuração do endpoint. Para obter informações, consulte CreateEndpointConfig. O diagrama a 
seguir mostra como isso funciona mais detalhadamente.
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Testar modelos invocando variantes específicas

Para testar vários modelos invocando modelos específicos para cada solicitação, informe a 
versão específica do modelo que você deseja invocar fornecendo um valor para o parâmetro
TargetVariant ao chamar InvokeEndpoint. O SageMaker garante que a solicitação seja 
processada pela variante de produção que você especificar. Se você já forneceu distribuição de 
tráfego e especificou um valor para o parâmetro TargetVariant, o roteamento direcionado 
substituirá a distribuição de tráfego aleatória. O diagrama a seguir mostra como isso funciona mais 
detalhadamente.
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Exemplo de teste do modelo A/B

A realização de testes A/B entre um novo modelo e um modelo antigo com tráfego de produção pode 
ser uma etapa final efetiva no processo de validação de um novo modelo. No teste A/B, você testa 
diferentes variantes dos modelos e compara o desempenho de cada variante. Se a versão mais 
recente do modelo oferecer uma performance melhor do que a versão existente anterior, substitua a 
versão antiga do modelo pela nova versão em produção.

O exemplo a seguir mostra como executar testes de modelo A/B. Para obter uma amostra de bloco 
de anotações que implementa esse exemplo, consulte A/B Testing ML models in production.

Etapa 1: Criar e implantar modelos

Primeiro, definimos onde nossos modelos estão localizados no Amazon S3. Esses locais são usados 
quando implantamos nossos modelos em etapas subsequentes:

model_url = f"s3://{path_to_model_1}"
model_url2 = f"s3://{path_to_model_2}" 
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Depois, criamos os objetos do modelo com a imagem e os dados do modelo. Esses objetos do 
modelo são usados para implantar variantes de produção em um endpoint. Os modelos são 
desenvolvidos treinando modelos de ML em conjuntos de dados diferentes, em algoritmos ou 
estruturas de trabalho de ML diferentes e em hiperparâmetros diferentes:

from sagemaker.amazon.amazon_estimator import get_image_uri

model_name = f"DEMO-xgb-churn-pred-{datetime.now():%Y-%m-%d-%H-%M-%S}"
model_name2 = f"DEMO-xgb-churn-pred2-{datetime.now():%Y-%m-%d-%H-%M-%S}"
image_uri = get_image_uri(boto3.Session().region_name, 'xgboost', '0.90-1')
image_uri2 = get_image_uri(boto3.Session().region_name, 'xgboost', '0.90-2')

sm_session.create_model( 
    name=model_name, 
    role=role, 
    container_defs={ 
        'Image': image_uri, 
        'ModelDataUrl': model_url 
    }
)

sm_session.create_model( 
    name=model_name2, 
    role=role, 
    container_defs={ 
        'Image': image_uri2, 
        'ModelDataUrl': model_url2 
    }
) 
             

Agora criamos duas variantes de produção, cada uma com seus próprios requisitos de modelo e 
recurso diferentes (contagens e tipo de instância). Isso permite que você também teste modelos em 
tipos de instância diferentes.

Definimos um initial_weight de 1 para ambas as variantes. Isso significa que 50% das solicitações 
vão para a Variant1 e os 50% restantes das solicitações vão para a Variant2. A soma dos pesos 
em ambas as variantes é 2 e cada variante tem atribuição de peso de 1. Isso significa que cada 
variante recebe 1/2, ou 50%, do tráfego total.
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from sagemaker.session import production_variant

variant1 = production_variant( 
               model_name=model_name, 
               instance_type="ml.m5.xlarge", 
               initial_instance_count=1, 
               variant_name='Variant1', 
               initial_weight=1, 
           )

variant2 = production_variant( 
               model_name=model_name2, 
               instance_type="ml.m5.xlarge", 
               initial_instance_count=1, 
               variant_name='Variant2', 
               initial_weight=1, 
           ) 
             

Por fim, estamos prontos para implantar essas variantes de produção em um endpoint do 
SageMaker.

endpoint_name = f"DEMO-xgb-churn-pred-{datetime.now():%Y-%m-%d-%H-%M-%S}"
print(f"EndpointName={endpoint_name}")

sm_session.endpoint_from_production_variants( 
    name=endpoint_name, 
    production_variants=[variant1, variant2]
) 
             

Etapa 2: Invocar os modelos implantados

Agora enviamos solicitações a esse endpoint para obter inferências em tempo real. Usamos 
distribuição de tráfego e direcionamento direto.

Primeiro, usamos a distribuição de tráfego configurada na etapa anterior. Cada resposta de 
inferência contém o nome da variante de produção que processa a solicitação, para que possamos 
ver que o tráfego para as duas variantes de produção é aproximadamente igual.

# get a subset of test data for a quick test
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!tail -120 test_data/test-dataset-input-cols.csv > test_data/
test_sample_tail_input_cols.csv
print(f"Sending test traffic to the endpoint {endpoint_name}. \nPlease wait...")

with open('test_data/test_sample_tail_input_cols.csv', 'r') as f: 
    for row in f: 
        print(".", end="", flush=True) 
        payload = row.rstrip('\n') 
        sm_runtime.invoke_endpoint( 
            EndpointName=endpoint_name, 
            ContentType="text/csv", 
            Body=payload 
        ) 
        time.sleep(0.5)

print("Done!") 
             

O SageMaker emite métricas como Latency e Invocations para cada variante no Amazon 
CloudWatch. Para obter uma lista completa de métricas que o SageMaker emite, consulte Monitore 
a Amazon SageMaker com a Amazon CloudWatch. Vamos consultar o CloudWatch para obter 
o número de invocações por variante para mostrar como as invocações são divididas entre as 
variantes por padrão:

Agora vamos invocar uma versão específica do modelo especificando Variant1 como a
TargetVariant na chamada para invoke_endpoint.
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print(f"Sending test traffic to the endpoint {endpoint_name}. \nPlease wait...")
with open('test_data/test_sample_tail_input_cols.csv', 'r') as f: 
    for row in f: 
        print(".", end="", flush=True) 
        payload = row.rstrip('\n') 
        sm_runtime.invoke_endpoint( 
            EndpointName=endpoint_name, 
            ContentType="text/csv", 
            Body=payload, 
            TargetVariant="Variant1" 
        )  
        time.sleep(0.5) 
             

Para confirmar que todas as novas invocações foram processadas pela Variant1, podemos 
consultar o CloudWatch para obter o número de invocações por variante. Vemos que, para as 
invocações mais recentes (time stamp mais recente), todas as solicitações foram processadas pela
Variant1, como tínhamos especificado. Não foram feitas invocações para a Variant2.

Etapa 3: Avalie o desempenho do modelo

Para ver qual versão do modelo tem melhor desempenho, vamos avaliar a acurácia, a precisão, o 
recall, a pontuação F1 e a área/característica operacional do receptor abaixo da curva para cada 
variante. Primeiro, vamos ver essas métricas para a Variant1:
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Agora vamos ver as métricas para a Variant2:

Para a maioria de nossas métricas definidas, o desempenho da Variant2 é melhor, então essa é a 
que queremos usar na produção.

Etapa 4: Aumentar o tráfego para o melhor modelo

Agora que determinamos que a Variant2 tem um desempenho melhor do que a Variant1, 
deslocamos mais tráfego para ela. Podemos continuar a usar a TargetVariant para invocar uma 
variante de modelo específica, mas uma abordagem mais simples é atualizar os pesos atribuídos 
a cada variante chamando UpdateEndpointWeightsAndCapacities. Isso altera a distribuição de 

Valide com segurança os modelos em produção 4351

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html


Amazon SageMaker Guia do Desenvolvedor

tráfego para as variantes de produção sem exigir atualizações ao endpoint. Lembre-se da seção de 
configuração que definimos pesos variantes para dividir o tráfego 50/50. As métricas do CloudWatch 
para o total de invocações de cada variante a seguir nos mostram os padrões de invocação para 
cada variante:

Agora, transferimos 75% do tráfego para Variant2 atribuindo novos pesos a cada variante usando
UpdateEndpointWeightsAndCapacities. O SageMaker agora envia 75% das solicitações de 
inferência para Variant2 e os 25% restantes das solicitações para Variant1.

sm.update_endpoint_weights_and_capacities( 
    EndpointName=endpoint_name, 
    DesiredWeightsAndCapacities=[ 
        { 
            "DesiredWeight": 25, 
            "VariantName": variant1["VariantName"] 
        }, 
        { 
            "DesiredWeight": 75, 
            "VariantName": variant2["VariantName"] 
        } 
    ]
) 
             

As métricas do CloudWatch do total de invocações de cada variante nos mostram invocações mais 
altas para a Variant2 do que para a Variant1:
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Podemos continuar monitorando nossas métricas e, quando estivermos satisfeitos com o 
desempenho de uma variante, podemos rotear 100% do tráfego para essa variante. Usamos
UpdateEndpointWeightsAndCapacities para atualizar as atribuições de tráfego para as 
variantes. O peso para Variant1 é definido como 0 e o peso para Variant2 é definido como 1. O 
SageMaker agora envia 100% de todas as solicitações de inferência para a Variant2.

sm.update_endpoint_weights_and_capacities( 
    EndpointName=endpoint_name, 
    DesiredWeightsAndCapacities=[ 
        { 
            "DesiredWeight": 0, 
            "VariantName": variant1["VariantName"] 
        }, 
        { 
            "DesiredWeight": 1, 
            "VariantName": variant2["VariantName"] 
        } 
    ]
) 
             

As métricas do CloudWatch para o total de invocações de cada variante mostram que todas as 
solicitações de inferência estão sendo processadas pela Variant2 e não há solicitações de 
inferência processadas pela Variant1.
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Agora é possível atualizar o endpoint com segurança e excluir a Variant1 do endpoint. Também é 
possível continuar testando novos modelos em produção adicionando novas variantes ao endpoint e 
seguindo as etapas de 2 a 4.

Variantes de sombra

Você pode usar o SageMaker Model Shadow Deployments para criar variantes de sombra de longa 
duração para validar qualquer novo componente candidato da sua pilha de serviços de modelos 
antes de promovê-lo para produção. O diagrama a seguir mostra como as variantes de sombra 
funcionam mais detalhadamente.
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Implemente variantes de sombra

O exemplo de código a seguir mostra como você pode implantar programaticamente variantes de 
sombra. Substitua o texto do espaço reservado na política de exemplo por suas próprias 
informações.

1. Crie dois modelos do SageMaker: um para sua variante de produção e outro para sua variante 
de sombra.

import boto3
from sagemaker import get_execution_role, Session 
                 
aws_region = "aws-region"

boto_session = boto3.Session(region_name=aws_region)
sagemaker_client = boto_session.client("sagemaker")

role = get_execution_role()
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bucket = Session(boto_session).default_bucket()

model_name1 = "name-of-your-first-model"
model_name2 = "name-of-your-second-model"

sagemaker_client.create_model( 
    ModelName = model_name1, 
    ExecutionRoleArn = role, 
    Containers=[ 
        { 
            "Image": "ecr-image-uri-for-first-model", 
            "ModelDataUrl": "s3-location-of-trained-first-model"  
        } 
    ]
)

sagemaker_client.create_model( 
    ModelName = model_name2, 
    ExecutionRoleArn = role, 
    Containers=[ 
        { 
            "Image": "ecr-image-uri-for-second-model", 
            "ModelDataUrl": "s3-location-of-trained-second-model"  
        } 
    ]
) 
                 

2. Criar uma configuração de endpoint. Especifique suas variantes de produção e de sombra na 
configuração.

endpoint_config_name = name-of-your-endpoint-config

create_endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[ 
        { 
            "VariantName": name-of-your-production-variant, 
            "ModelName": model_name1, 
            "InstanceType": "ml.m5.xlarge", 
            "InitialInstanceCount": 1, 
            "InitialVariantWeight": 1, 
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        } 
    ], 
    ShadowProductionVariants=[ 
        { 
            "VariantName": name-of-your-shadow-variant, 
            "ModelName": model_name2, 
            "InstanceType": "ml.m5.xlarge", 
            "InitialInstanceCount": 1, 
            "InitialVariantWeight": 1, 
        } 
   ]
) 
                 

3. Crie um endpoint do .

create_endpoint_response = sm.create_endpoint( 
    EndpointName=name-of-your-endpoint, 
    EndpointConfigName=endpoint_config_name,
) 
                 

Explicabilidade on-line com Clarify SageMaker

Este guia mostra como configurar a explicabilidade on-line com SageMaker o Clarify. Com endpoints 
de inferência SageMaker em tempo real, você pode analisar a explicabilidade em tempo real, 
continuamente. A função de explicabilidade on-line se encaixa na parte Deploy to production do fluxo 
de trabalho do Amazon SageMaker Machine Learning.

Como funciona a explicabilidade on-line do Clarify

O gráfico a seguir mostra a SageMaker arquitetura para hospedar um endpoint que atende a 
solicitações de explicabilidade. Ele descreve as interações entre um endpoint, o contêiner do modelo 
e o explicador do SageMaker Clarify.
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Veja como funciona a explicabilidade on-line do Clarify. O aplicativo envia uma InvokeEndpoint
solicitação no estilo REST para o SageMaker Runtime Service. O serviço encaminha essa solicitação 
para um SageMaker endpoint para obter previsões e explicações. Em seguida, o serviço recebe a 
resposta do endpoint. Por fim, o serviço envia a resposta de volta para o aplicativo.

Para aumentar a disponibilidade do endpoint, tenta distribuir SageMaker automaticamente 
as instâncias do endpoint em várias zonas de disponibilidade, de acordo com a contagem de 
instâncias na configuração do endpoint. Em uma instância de endpoint, após uma nova solicitação 
de explicabilidade, o explicador do SageMaker Clarify chama o contêiner do modelo para fazer 
previsões. Em seguida, ele calcula e retorna as atribuições do recurso.

Aqui estão as quatro etapas para criar um endpoint que usa a explicabilidade on-line do SageMaker 
Clarify:

1. Verifique se seu SageMaker modelo pré-treinado é compatível com a explicabilidade on-line 
seguindo as etapas de pré-verificação.

2. Crie uma configuração de endpoint com a configuração SageMaker explicativa do Clarify usando a 
API. CreateEndpointConfig

3. Crie um endpoint e forneça a configuração do endpoint para SageMaker usar a CreateEndpoint
API. O serviço inicia a instância de cálculo de ML e implanta o modelo conforme especificado na 
configuração.
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4. Invoque o endpoint: depois que o endpoint estiver em serviço, chame a API SageMaker Runtime
InvokeEndpoint para enviar solicitações ao endpoint. O endpoint então retorna explicações e 
previsões.

Verifique previamente o recipiente modelo

Esta seção mostra como verificar previamente a compatibilidade das entradas e saídas do contêiner 
do modelo antes de configurar um endpoint. O SageMaker explicador do Clarify é independente do 
modelo, mas tem requisitos para entrada e saída do contêiner do modelo.

Note

Você pode aumentar a eficiência configurando seu contêiner para oferecer suporte 
a solicitações em lote, que oferecem suporte a dois ou mais registros em uma única 
solicitação. Por exemplo, um único registro é uma única linha de dados CSV ou uma única 
linha de dados de linhas JSON. SageMaker O Clarify tentará enviar primeiro um pequeno 
lote de registros para o contêiner do modelo, antes de retornar às solicitações de registro 
único.

Entrada de contêiner de modelo

CSV

O contêiner do modelo suporta entrada em CSV com o tipo MIME: text/csv. A tabela a seguir 
mostra exemplos de entradas compatíveis com o SageMaker Clarify.

Entrada de contêiner do modelo (represen 
tação de string)

Comentários

'1,2,3,4' Registro único que usa quatro recursos 
numéricos.

'1,2,3,4\n5,6,7,8' Dois registros, separados por quebra de linha 
'\n'.

'"Este é um bom produto",5' Registro único que contém um recurso de 
texto e um recurso numérico.
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Entrada de contêiner do modelo (represen 
tação de string)

Comentários

'"Este é um bom produto",5\n"Experiência de 
compra ruim",1'

Dois registros.

JSON Lines

SageMaker também suporta entrada no formato denso de linhas JSON com o tipo 
MIME:application/jsonlines, conforme mostrado na tabela a seguir.

Entrada de contêiner de modelo Comentários

'{"data":{"features":[1,2,3,4]}}' Registro único; uma lista de recursos pode 
ser extraída pela expressão JMESPath
data.features .

'{"data":{"features":[1,2,3,4]}}\n{"data":{"f 
eatures":[5,6,7,8]}}'

Dois registros.

'{"features":["Este é um bom produto",5]}' Registro único; uma lista de recursos pode 
ser extraída pela expressão JMESPath
features.

'{"features":["Este é um bom produto",5]}\n{"fe 
atures":["Experiência de compra ruim",1]}'

Dois registros.

Entrada de contêiner de modelo

A saída do contêiner do modelo também deve estar no formato denso CSV ou JSON Lines. 
Além disso, o contêiner do modelo deve incluir as probabilidades dos registros de entrada, que o 
SageMaker Clarify usa para calcular as atribuições de recursos.

Os exemplos de dados a seguir são para saídas de contêiner de modelo no formato CSV.
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Probability only

Para problemas de regressão e classificação binária, o contêiner do modelo gera um único valor 
de probabilidade (pontuação) do rótulo previsto. Essas probabilidades podem ser extraídas 
usando o índice da coluna 0. Para problemas de várias classes, o contêiner do modelo gera uma 
lista de probabilidades (pontuações). Para problemas de várias classes, se nenhum índice for 
fornecido, todos os valores serão extraídos.

Entrada de contêiner de modelo Saída do contêiner do modelo (representação 
de string)

Registro único '0.6'

Dois registros (resultados em uma linha) '0.6,0.3'

Dois registros (resultados em duas linhas) '0.6\n0.3'

Registro único de um modelo multiclasse 
(três classes)

'0.1,0.6,0.3'

Dois registros de um modelo multiclasse (três 
classes)

'0.1,0.6,0.3\n0.2,0.5,0.3'

Predicted label and probabilities

O contêiner do modelo gera o rótulo previsto seguido por sua probabilidade no formato CSV. As 
probabilidades podem ser extraídas usando o índice 1.

Entrada de contêiner de modelo Entrada de contêiner de modelo

Registro único '1,0.6'

Dois registros '1,0.6\n0,0.3'

Predicted labels header and probabilities

Um contêiner de modelo multiclasse treinado pelo Autopilot pode ser configurado para gerar a 
representação em sequência da lista de rótulos e probabilidades previstos no formato CSV. No 
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exemplo a seguir, as probabilidades podem ser extraídas por índice 1. Os cabeçalhos dos rótulos 
podem ser extraídos pelo índice 1 e os cabeçalhos dos rótulos podem ser extraídos usando o 
índice 0.

Entrada de contêiner de modelo Entrada de contêiner de modelo

Registro único '"[\'gato\',\'cachorro\',\'peixe\']","[0.1,0.6,0.3]"'

Dois registros '"[\'gato\',\'cachorro\',\'peixe\']", "[0.1,0.6 
,0.3]"\n"[\'gato\',\'cachorro\',\'peixe\']","[0.2,0.5, 
0.3]"'

Os exemplos de dados a seguir são para saídas de contêineres de modelos no formato JSON Lines.

Probability only

Neste exemplo, o contêiner do modelo gera a probabilidade que pode ser extraída pela 
expressão JMESPath no formato score JSON Lines.

Entrada de contêiner de modelo Entrada de contêiner de modelo

Registro único '{"score":0.6}'

Dois registros '{"score":0.6}\n{"score":0.3}'

Predicted label and probabilities

Neste exemplo, um contêiner de modelo multiclasse gera uma lista de cabeçalhos de rótulos 
junto com uma lista de probabilidades no formato JSON Lines. As probabilidades podem ser 
extraídas pela JMESPath expressão probability e os cabeçalhos dos rótulos podem ser 
extraídos pela expressão JMESPath predicted labels.

Entrada de contêiner de modelo Entrada de contêiner de modelo

Registro único '{"predicted_labels":["gato","cachorro","peix 
e"],"probabilities":[0.1,0.6,0.3]}'

Esclarecer a explicabilidade on-line 4362

https://jmespath.org/


Amazon SageMaker Guia do Desenvolvedor

Entrada de contêiner de modelo Entrada de contêiner de modelo

Dois registros '{"predicted_labels":["gato","cachorro","peix 
e"],"probabilities":[0.1,0.6,0.3]}\n{"predict 
ed_labels":["gato","cachorro","peixe"],"proba 
bilities":[0.2,0.5,0.3]}'

Predicted labels header and probabilities

Neste exemplo, um contêiner de modelo multiclasse gera uma lista de cabeçalhos e 
probabilidades de rótulos no formato JSON Lines. As probabilidades podem ser extraídas pela
JMESPath expressão probability e os cabeçalhos dos rótulos podem ser extraídos pela 
expressão JMESPath predicted labels.

Entrada de contêiner de modelo Entrada de contêiner de modelo

Registro único '{"predicted_labels":["gato","cachorro","peix 
e"],"probabilities":[0.1,0.6,0.3]}'

Dois registros '{"predicted_labels":["gato","cachorro","peix 
e"],"probabilities":[0.1,0.6,0.3]}\n{"predict 
ed_labels":["gato","cachorro","peixe"],"proba 
bilities":[0.2,0.5,0.3]}'

Validação de contêiner

Recomendamos que você implante seu modelo SageMaker em um endpoint de inferência em 
tempo real e envie solicitações para o endpoint. Examine manualmente as solicitações (entradas 
do contêiner do modelo) e as respostas (saídas do contêiner do modelo) para garantir que ambas 
estejam em conformidade com os requisitos na seção Entrada do contêiner do modelo e na seção
Saída do contêiner do modelo. Se o contêiner do modelo suportar solicitações em lote, você poderá 
começar com uma única solicitação de registro e depois tentar dois ou mais registros.

Os comandos a seguir mostram como solicitar uma resposta usando o AWS CLI. O AWS CLI vem 
pré-instalado nas instâncias SageMaker Studio Classic e SageMaker Notebook. Se você precisar 
instalar o AWS CLI, siga este guia de instalação.
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aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name $ENDPOINT_NAME \ 
  --content-type $CONTENT_TYPE \ 
  --accept $ACCEPT_TYPE \ 
  --body $REQUEST_DATA \ 
  $CLI_BINARY_FORMAT \ 
  /dev/stderr 1>/dev/null

Os parâmetros são descritos da seguinte forma:

• $ENDPOINT NAME: o nome do endpoint.

• $CONTENT_TYPE: o tipo MIME da solicitação (entrada do contêiner do modelo).

• $ACCEPT_TYPE: o tipo MIME da resposta (saída do contêiner do modelo).

• $REQUEST_DATA: a string de carga útil solicitada.

• $CLI_BINARY_FORMAT: o formato do parâmetro da Interface da linha de comando (CLI). Para 
v1 AWS CLI, esse parâmetro deve permanecer em branco. Para v2, esse parâmetro deve ser 
definido como --cli-binary-format raw-in-base64-out.

Note

A AWS CLI v2 agora passa parâmetros binários, como strings codificadas em base64, 
porpadrão.

Os exemplos a seguir usam AWS CLI v1:

Request and response in CSV format

• A solicitação consiste em um único registro e a resposta é seu valor de probabilidade.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-xgboost-model \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body '1,2,3,4' \ 
  /dev/stderr 1>/dev/null

Saída:
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0.6

• A solicitação consiste em dois registros, e a resposta inclui suas probabilidades, e o modelo 
separa as probabilidades por uma vírgula. A $'content' expressão no --body diz ao 
comando para interpretar \n o conteúdo como uma quebra de linha.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-xgboost-model \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Saída:

0.6,0.3

• A solicitação consiste em dois registros, a resposta inclui suas probabilidades e o modelo 
separa as probabilidades com uma quebra de linha.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Saída:

0.6

0.3

• A solicitação consiste em um único registro e a resposta são valores de probabilidade (modelo 
multiclasse, três classes).

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body '1,2,3,4' \ 

Esclarecer a explicabilidade on-line 4365



Amazon SageMaker Guia do Desenvolvedor

  /dev/stderr 1>/dev/null

Saída:

0.1,0.6,0.3

• A solicitação consiste em dois registros e a resposta inclui seus valores de probabilidade 
(modelo multiclasse, três classes).

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Saída:

0.1,0.6,0.3

0.2,0.5,0.3

• A solicitação consiste em dois registros, e a resposta inclui rótulo e probabilidade previstos.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-2 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Saída:

1,0.6

0,0.3

• A solicitação consiste em dois registros e a resposta inclui cabeçalhos e probabilidades dos 
rótulos.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-3 \ 
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  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Saída:

"['cat','dog','fish']","[0.1,0.6,0.3]"

"['cat','dog','fish']","[0.2,0.5,0.3]"

Request and response in JSON Lines format

• A solicitação consiste em um único registro e a resposta é seu valor de probabilidade.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body '{"features":["This is a good product",5]}' \ 
  /dev/stderr 1>/dev/null

Saída:

{"score":0.6}

• A solicitação contém dois registros e a resposta inclui rótulo e probabilidade previstos.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-2 \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body $'{"features":[1,2,3,4]}\n{"features":[5,6,7,8]}' \ 
  /dev/stderr 1>/dev/null

Saída:

{"predicted_label":1,"probability":0.6}

{"predicted_label":0,"probability":0.3}

• A solicitação contém dois registros e a resposta inclui cabeçalhos e probabilidades dos rótulos.
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aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-3 \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body $'{"data":{"features":[1,2,3,4]}}\n{"data":{"features":[5,6,7,8]}}' \ 
  /dev/stderr 1>/dev/null

Saída:

{"predicted_labels":["cat","dog","fish"],"probabilities":
[0.1,0.6,0.3]}

{"predicted_labels":["cat","dog","fish"],"probabilities":
[0.2,0.5,0.3]}

Request and response in different formats

• A solicitação está no formato CSV e a resposta está no formato JSON Lines:

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-in-jsonlines-out \ 
  --content-type text/csv \ 
  --accept application/jsonlines \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

Saída:

{"probability":0.6}

{"probability":0.3}

• A solicitação está no formato JSON Lines e a resposta está no formato CSV:

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-in-csv-out \ 
  --content-type application/jsonlines \ 
  --accept text/csv \ 
  --body $'{"features":[1,2,3,4]}\n{"features":[5,6,7,8]}' \ 
  /dev/stderr 1>/dev/null
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Saída:

0.6

0.3

Depois que as validações forem concluídas, exclua o endpoint de teste.

Configurar e criar um endpoint

Crie uma nova configuração de endpoint para se adequar ao seu modelo e use essa configuração 
para criar o endpoint. Você pode usar o contêiner de modelo validado na etapa de pré-verificação
para criar um endpoint e ativar o recurso de explicabilidade on-line do SageMaker Clarify.

Use o sagemaker_client objeto para criar um endpoint usando a CreateEndpointConfigAPI. 
Defina o membro ClarifyExplainerConfig dentro do ExplainerConfig parâmetro da 
seguinte forma:

sagemaker_client.create_endpoint_config( 
    EndpointConfigName='name-of-your-endpoint-config', 
    ExplainerConfig={ 
        'ClarifyExplainerConfig': { 
            'EnableExplanations': '`true`', 
            'InferenceConfig': { 
                ... 
            }, 
            'ShapConfig': { 
                ... 
            } 
        }, 
    }, 
    ProductionVariants=[{ 
        'VariantName': 'AllTraffic', 
        'ModelName': 'name-of-your-model', 
        'InitialInstanceCount': 1, 
        'InstanceType': 'ml.m5.xlarge', 
    }] 
     ...
)
sagemaker_client.create_endpoint( 
    EndpointName='name-of-your-endpoint', 
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    EndpointConfigName='name-of-your-endpoint-config'
)

A primeira chamada para o objeto sagemaker_client cria uma nova configuração de endpoint 
com o recurso de explicabilidade ativado. A segunda chamada usa a configuração do endpoint para 
iniciar o endpoint.

Note

Você também pode hospedar vários modelos em um contêiner atrás de um endpoint 
multimodelo de inferência SageMaker em tempo real e configurar a explicabilidade on-line 
com o Clarify. SageMaker

A expressão EnableExplanations

O EnableExplanations parâmetro é uma string de expressão booleana JMESPath. Ele é 
avaliado para cada registro na solicitação de explicabilidade. Se esse parâmetro for avaliado como
verdadeiro, o registro será explicado. Se esse parâmetro for avaliado como falso, as explicações não 
serão geradas.

SageMaker O Clarify desserializa a saída do contêiner do modelo para cada registro em uma 
estrutura de dados compatível com JSON e, em seguida, usa o EnableExplanations parâmetro 
para avaliar os dados.

Observações

Há duas opções para registros, dependendo do formato da saída do contêiner do modelo.

• Se a saída do contêiner do modelo estiver no formato CSV, um registro será carregado 
como uma matriz JSON.

• Se a saída do contêiner do modelo estiver no formato JSON Lines, um registro será 
carregado como um objeto JSON.

O parâmetro EnableExplanations é uma expressão JMESPath que pode ser passada durante as 
operações InvokeEndpoint ou CreateEndpointConfig. Se a expressão JMESPath que você 
forneceu não for válida, a criação do endpoint falhará. Se a expressão for válida, mas o resultado 
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da avaliação da expressão for inesperado, o endpoint será criado com sucesso, mas um erro será 
gerado quando o endpoint for invocado. Teste sua expressão EnableExplanations usando a API
InvokeEndpoint e, em seguida, aplique-a à configuração do endpoint.

A seguir estão alguns exemplos de expressão EnableExplanations válida. Nos exemplos, uma 
expressão JMESPath inclui um literal usando caracteres de crase. Por exemplo, `true` significa 
verdadeiro.

Expressão (represen 
tação de string)

Saída do contêiner 
do modelo (represen 
tação de string)

Resultado da 
avaliação (booleano)

Significado

'`true`' (N/A) Verdadeiro Ative a explicabilidade 
on-line incondici 
onalmente.

'`false`' (N/A) Falso Desative a explicabi 
lidade on-line 
incondicionalmente.

'[1]>`0.5`' '1,0.6' Verdadeiro Para cada registro, o 
contêiner do modelo 
gera seu rótulo 
e probabilidade 
previstos. Explica 
um registro se sua 
probabilidade (no 
índice 1) for maior 
que 0,5.

'probability>`0.5`' '{"predicted_label 
":1,"probability":0.6}'

Verdadeiro Para cada registro, o 
contêiner do modelo 
gera dados JSON. 
Explique um registro 
se sua probabilidade 
for maior que 0,5.

Esclarecer a explicabilidade on-line 4371



Amazon SageMaker Guia do Desenvolvedor

Expressão (represen 
tação de string)

Saída do contêiner 
do modelo (represen 
tação de string)

Resultado da 
avaliação (booleano)

Significado

'!contains(probabi 
lities[:-1], max(proba 
bilities))'

'{"probabilities": [0.4, 
0.1, 0.4], "labels": 
["gato","cachorro" 
,"peixe"]}'

Falso Para um modelo 
multiclasse: explica 
um registro se seu 
rótulo previsto (a 
classe que tem o 
valor máximo de 
probabilidade) for 
a última classe. 
Literalmente, a 
expressão significa 
que o valor máximo 
da probabilidade 
não está na lista 
de probabilidades, 
excluindo a última.

Conjuntos de dados sintéticos

SageMaker O Clarify usa o algoritmo Kernel SHAP. Com base em um registro (também chamado 
de amostra ou instância) e na configuração SHAP, o explicador primeiro gera um conjunto de dados 
sintético. SageMaker Em seguida, o Clarify consulta o contêiner do modelo para obter as previsões 
do conjunto de dados e, em seguida, computa e retorna as atribuições do recurso. O tamanho do 
conjunto de dados sintéticos afeta o tempo de execução do explicador Clarify. Conjuntos de dados 
sintéticos maiores levam mais tempo para obter as previsões do modelo do que conjuntos menores.

O tamanho do conjunto de dados sintéticos é determinado pela seguinte fórmula:

Synthetic dataset size = SHAP baseline size * n_samples

O tamanho da linha de base do SHAP é o número de registros nos dados da linha de base do SHAP. 
Essas informações são retiradas do ShapBaselineConfig.
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O tamanho de n_samples é definido pelo parâmetro NumberOfSamples na configuração do 
explicador e pelo número de recursos. Se o número de recursos for n_features, então n_samples
é o seguinte:

n_samples = MIN(NumberOfSamples, 2^n_features - 2)

O seguinte mostra n_samples se não NumberOfSamples é fornecido.

n_samples = MIN(2*n_features + 2^11, 2^n_features - 2)

Por exemplo, um registro tabular com 10 recursos tem um tamanho de linha de base SHAP de 1. Se 
não NumberOfSamples for fornecido, o conjunto de dados sintético contém 1.022 registros. Se o 
registro tiver 20 características, o conjunto de dados sintético conterá 2.088 registros.

Para problemas de PNL, n_features é igual ao número de recursos não textuais mais o número de 
unidades de texto.

Note

A API InvokeEndpoint tem um limite de tempo limite de solicitação. Se o conjunto de 
dados sintéticos for muito grande, o explicador pode não conseguir concluir o cálculo 
dentro desse limite. Se necessário, use as informações anteriores para entender e reduzir 
o tamanho da linha de base do SHAP e NumberOfSamples. Se o contêiner do modelo 
estiver configurado para lidar com solicitações em lote, você também poderá ajustar o valor 
de MaxRecordCount.

Invoque o endpoint

Depois que o endpoint estiver em execução, use a InvokeEndpointAPI SageMaker Runtime no 
serviço SageMaker Runtime para enviar solicitações ou invocar o endpoint. Em resposta, as 
solicitações são tratadas como solicitações de explicabilidade pelo explicador do SageMaker Clarify.

Note

Para chamar um endpoint, escolha uma das seguintes opções:

• Para obter instruções sobre como usar o Boto3 ou AWS CLI para invocar um endpoint, 
consulte. Invoque modelos para inferência em tempo real
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• Para usar o SageMaker SDK para Python para invocar um endpoint, consulte a API 
Predictor.

Solicitação

A API InvokeEndpoint tem um parâmetro opcional EnableExplanations, que é mapeado 
para o cabeçalho X-Amzn-SageMaker-Enable-Explanations HTTP. Se esse parâmetro for 
fornecido, ele substituirá o parâmetro EnableExplanations do ClarifyExplainerConfig.

Note

Os parâmetros ContentType e Accept da API InvokeEndpoint são necessários. Os 
formatos suportados incluem o tipo MIME text/csv e application/jsonlines.

Use o sagemaker_runtime_client para enviar uma solicitação ao endpoint, da seguinte forma:

response = sagemaker_runtime_client.invoke_endpoint( 
    EndpointName='name-of-your-endpoint', 
    EnableExplanations='`true`', 
    ContentType='text/csv', 
    Accept='text/csv', 
    Body='1,2,3,4',  # single record (of four numerical features)
)

Para endpoints de vários modelos, passe um TargetModel parâmetro adicional na solicitação 
do exemplo anterior para especificar qual modelo deve ser direcionado ao endpoint. O endpoint 
de vários modelos carrega dinamicamente os modelos de destino conforme necessário. Para 
obter mais informações sobre endpoints de vários modelos, consulte. Hospedar vários modelos 
em um contêiner atrás de um endpoint Consulte o caderno de amostra SageMaker Clarify Online 
Explicability on Multimodel Endpoint para obter um exemplo de como configurar e invocar vários 
modelos de destino a partir de um único endpoint.

Resposta

Se o endpoint for criado com ExplainerConfig, um novo esquema de resposta será usado. Esse 
novo esquema é diferente e não é compatível com um endpoint que não tem o parâmetro fornecido
ExplainerConfig.
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O tipo MIME da resposta é application/json, e a carga útil da resposta pode ser decodificada 
de bytes UTF-8 para um objeto JSON. Veja a seguir que os membros desse objeto JSON são os 
seguintes:

• version: a versão do esquema de resposta em formato de string. Por exemplo, 1.0.

• predictions: as previsões que a solicitação faz são as seguintes:

• content_type: o tipo MIME das previsões, referindo-se à ContentType da resposta do 
contêiner do modelo.

• data: a sequência de dados de previsões fornecida como carga útil da resposta do contêiner do 
modelo para a solicitação.

• label_headers: os cabeçalhos do rótulo do parâmetro LabelHeaders. Isso é fornecido na 
configuração do explicador ou na saída do contêiner do modelo.

• explanations: as explicações fornecidas na carga da solicitação. Se nenhum registro for 
explicado, esse membro retornará o objeto vazio {}.

• • kernel_shap: uma chave que se refere a uma matriz de explicações do Kernel SHAP para 
cada registro na solicitação. Se um registro não for explicado, a explicação correspondente será
null.

O elemento kernel_shap tem os seguintes membros:

• feature_header: o nome do cabeçalho dos recursos fornecidos pelo parâmetro
FeatureHeaders na configuração do explicador ExplainerConfig.

• feature_type: o tipo de recurso inferido pelo explicador ou fornecido no parâmetro
FeatureTypes no ExplainerConfig. Esse elemento só está disponível para problemas de 
explicabilidade da PNL.

• attributions: uma matriz de objetos de atribuição. Os recursos de texto podem ter vários 
objetos de atribuição, cada um para uma unidade. O objeto de atribuição tem os seguintes 
membros:

• attribution: uma lista de valores de probabilidade, fornecida para cada classe.

• description: a descrição das unidades de texto, disponível somente para problemas de 
explicabilidade da PNL.

• partial_text: a parte do texto explicada pelo explicador.

• start_idx: um índice baseado em zero para identificar a localização da matriz no início do 
fragmento de texto parcial.
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Exemplos de código: SDK para Python

Esta seção fornece um exemplo de código para criar e invocar um endpoint que usa a 
explicabilidade on-line do SageMaker Clarify. Estes exemplos de código usam o SDK AWS para 
Python.

Dados tabulares

O exemplo a seguir usa dados tabulares e um SageMaker modelo chamadomodel_name. Neste 
exemplo, o contêiner do modelo aceita dados no formato CSV e cada registro tem quatro recursos 
numéricos. Nessa configuração mínima, somente para fins de demonstração, os dados da linha de 
base do SHAP são definidos como zero. Consulte Linhas de base do SHAP para explicabilidade para 
saber como escolher valores mais apropriados paraShapBaseline.

Configure o endpoint da seguinte maneira:

endpoint_config_name = 'tabular_explainer_endpoint_config'
response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[{ 
        'VariantName': 'AllTraffic', 
        'ModelName': model_name, 
        'InitialInstanceCount': 1, 
        'InstanceType': 'ml.m5.xlarge', 
    }], 
    ExplainerConfig={ 
        'ClarifyExplainerConfig': { 
            'ShapConfig': { 
                'ShapBaselineConfig': { 
                    'ShapBaseline': '0,0,0,0', 
                }, 
            }, 
        }, 
    },
) 
             

Use a configuração do endpoint para criar um endpoint, como segue:

endpoint_name = 'tabular_explainer_endpoint'
response = sagemaker_client.create_endpoint( 
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    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name,
)

Use a API DescribeEndpoint para inspecionar o progresso da criação de um endpoint, da 
seguinte forma:

response = sagemaker_client.describe_endpoint( 
    EndpointName=endpoint_name,
)
response['EndpointStatus']

Depois que o status do endpoint for "InService“, invoque o endpoint com um registro de teste, da 
seguinte forma:

response = sagemaker_runtime_client.invoke_endpoint( 
    EndpointName=endpoint_name, 
    ContentType='text/csv', 
    Accept='text/csv', 
    Body='1,2,3,4',
)

Note

No exemplo de código anterior, para endpoints de vários modelos, passe um parâmetro 
adicional TargetModel na solicitação para especificar qual modelo deve ser direcionado ao 
endpoint.

Suponha que a resposta tenha um código de status 200 (sem erro) e carregue o corpo da resposta 
da seguinte forma:

import codecs
import json
json.load(codecs.getreader('utf-8')(response['Body']))

A ação padrão para o endpoint é explicar o registro. Veja a seguir um exemplo de saída no objeto 
JSON retornado.

{ 
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    "version": "1.0", 
    "predictions": { 
        "content_type": "text/csv; charset=utf-8", 
        "data": "0.0006380207487381" 
    }, 
    "explanations": { 
        "kernel_shap": [ 
            [ 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [-0.00433456] 
                        } 
                    ] 
                }, 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [-0.005369821] 
                        } 
                    ] 
                }, 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [0.007917749] 
                        } 
                    ] 
                }, 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [-0.00261214] 
                        } 
                    ] 
                } 
            ] 
        ] 
    }
}

Use o parâmetro EnableExplanations para habilitar explicações sob demanda, da seguinte 
forma:
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response = sagemaker_runtime_client.invoke_endpoint( 
    EndpointName=endpoint_name, 
    ContentType='text/csv', 
    Accept='text/csv', 
    Body='1,2,3,4', 
    EnableExplanations='[0]>`0.8`',
)

Note

No exemplo de código anterior, para endpoints de vários modelos, passe um parâmetro 
adicional TargetModel na solicitação para especificar qual modelo deve ser direcionado ao 
endpoint.

Neste exemplo, o valor de predição é menor que o valor limite de 0.8, portanto, o registro não é 
explicado:

{ 
    "version": "1.0", 
    "predictions": { 
        "content_type": "text/csv; charset=utf-8", 
        "data": "0.6380207487381995" 
    }, 
    "explanations": {}
}

Use ferramentas de visualização para ajudar a interpretar as explicações retornadas. A imagem a 
seguir mostra como os gráficos SHAP podem ser usados para entender como cada recurso contribui 
para a previsão. O valor base no diagrama, também chamado de valor esperado, é a média das 
previsões do conjunto de dados de treinamento. Os recursos que aumentam o valor esperado são 
vermelhos e os recursos que reduzem o valor esperado são azuis. Consulte o layout da força aditiva 
SHAP para obter informações adicionais.
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Veja o exemplo completo de caderno de notas para dados tabulares.

Dados de texto

Esta seção fornece um exemplo de código para criar e invocar um endpoint de explicabilidade on-
line para dados de texto. O exemplo de código usa SDK para Python.

O exemplo a seguir usa dados de texto e um SageMaker modelo chamadomodel_name. Neste 
exemplo, o contêiner do modelo aceita dados no formato CSV, e cada registro é uma única string.

endpoint_config_name = 'text_explainer_endpoint_config'
response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[{ 
        'VariantName': 'AllTraffic', 
        'ModelName': model_name, 
        'InitialInstanceCount': 1, 
        'InstanceType': 'ml.m5.xlarge', 
    }], 
    ExplainerConfig={ 
        'ClarifyExplainerConfig': { 
            'InferenceConfig': { 
                'FeatureTypes': ['text'], 
                'MaxRecordCount': 100, 
            }, 
            'ShapConfig': { 
                'ShapBaselineConfig': { 
                    'ShapBaseline': '"<MASK>"', 
                }, 
                'TextConfig': { 
                    'Granularity': 'token', 
                    'Language': 'en', 
                }, 
                'NumberOfSamples': 100, 
            }, 

Esclarecer a explicabilidade on-line 4380

https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-clarify/online_explainability/tabular/tabular_online_explainability_with_sagemaker_clarify.ipynb


Amazon SageMaker Guia do Desenvolvedor

        }, 
    },
)

• ShapBaseline: um token especial reservado para processamento de linguagem natural (PLN).

• FeatureTypes: identifica o recurso como texto. Se esse parâmetro não for fornecido, o 
explicador tentará inferir o tipo de recurso.

• TextConfig: especifica a unidade de granularidade e o idioma para a análise dos recursos de 
texto. Neste exemplo, o idioma é inglês e granularidade token significa uma palavra em um texto 
em inglês.

• NumberOfSamples: um limite para definir os limites superiores do tamanho do conjunto de dados 
sintéticos.

• MaxRecordCount: o número máximo de registros em uma solicitação que o recipiente modelo 
pode processar. Esse parâmetro está definido para estabilizar o performance.

Use a configuração de endpoint para criar o endpoint, como segue:

endpoint_name = 'text_explainer_endpoint'
response = sagemaker_client.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name,
)

Depois que o status do endpoint se tornar InService, invoque o endpoint. O exemplo de código a 
seguir usa um registro de teste da seguinte forma:

response = sagemaker_runtime_client.invoke_endpoint( 
    EndpointName=endpoint_name, 
    ContentType='text/csv', 
    Accept='text/csv', 
    Body='"This is a good product"',
)

Se a solicitação for concluída com êxito, o corpo da resposta retornará um objeto JSON válido 
semelhante ao seguinte:

{ 
    "version": "1.0", 
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    "predictions": { 
        "content_type": "text/csv", 
        "data": "0.9766594\n" 
    }, 
    "explanations": { 
        "kernel_shap": [ 
            [ 
                { 
                    "attributions": [ 
                        { 
                            "attribution": [ 
                                -0.007270948666666712 
                            ], 
                            "description": { 
                                "partial_text": "This", 
                                "start_idx": 0 
                            } 
                        }, 
                        { 
                            "attribution": [ 
                                -0.018199033666666628 
                            ], 
                            "description": { 
                                "partial_text": "is", 
                                "start_idx": 5 
                            } 
                        }, 
                        { 
                            "attribution": [ 
                                0.01970993241666666 
                            ], 
                            "description": { 
                                "partial_text": "a", 
                                "start_idx": 8 
                            } 
                        }, 
                        { 
                            "attribution": [ 
                                0.1253469515833334 
                            ], 
                            "description": { 
                                "partial_text": "good", 
                                "start_idx": 10 
                            } 
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                        }, 
                        { 
                            "attribution": [ 
                                0.03291143366666657 
                            ], 
                            "description": { 
                                "partial_text": "product", 
                                "start_idx": 15 
                            } 
                        } 
                    ], 
                    "feature_type": "text" 
                } 
            ] 
        ] 
    }
}

Use ferramentas de visualização para ajudar a interpretar as atribuições de texto retornadas. A 
imagem a seguir mostra como o utilitário de visualização captum pode ser usado para entender 
como cada palavra contribui para a previsão. Quanto maior a saturação da cor, maior a importância 
dada à palavra. Neste exemplo, uma cor vermelha brilhante altamente saturada indica uma forte 
contribuição negativa. Uma cor verde altamente saturada indica uma forte contribuição positiva. A cor 
branca indica que a palavra tem uma contribuição neutra. Consulte a biblioteca captum para obter 
informações adicionais sobre como analisar e renderizar as atribuições.

Veja o exemplo completo do caderno de notas para dados de texto.

Guia de solução de problemas

Se você encontrar erros ao usar a explicabilidade on-line do SageMaker Clarify, consulte os tópicos 
desta seção.

InvokeEndpointA API falha com o erro “: ReadTimeoutError Tempo limite de leitura no endpoint...”
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Esse erro significa que a solicitação não pôde ser concluída dentro do limite de tempo de 60 
segundos definido pelo tempo limite da solicitação.

Para reduzir a latência da solicitação, tente o seguinte:

• Ajuste o performance do modelo durante a inferência. Por exemplo, SageMaker o Neo pode 
otimizar modelos para inferência.

• Permita que o contêiner do modelo processe solicitações em lote.

• Use um MaxRecordCount maior para reduzir o número de chamadas do explicador para o 
contêiner do modelo. Isso reduzirá a latência e a sobrecarga da rede.

• Use um tipo de instância que tenha mais recursos alocados. Como alternativa, atribua mais 
instâncias ao endpoint para ajudar a equilibrar a carga.

• Reduza o número de registros em uma única solicitação InvokeEndpoint.

• Reduza o número de registros nos dados da linha de base.

• Use um valor NumberOfSamples menor para reduzir o tamanho do conjunto de dados sintético. 
Para obter mais informações sobre como o número de amostras afeta seu conjunto de dados 
sintéticos, consulteConjuntos de dados sintéticos.

Inferência sem servidor

O Amazon SageMaker Serverless Inference é uma opção de inferência criada especificamente que 
permite implantar e escalar modelos de ML sem configurar ou gerenciar nenhuma infraestrutura 
subjacente. A inferência sem servidor sob demanda é ideal para cargas de trabalho que têm 
períodos de inatividade entre surtos de tráfego e podem tolerar inicialização a frio. Os endpoints 
sem servidor iniciam automaticamente os recursos de computação e os escalam para dentro e 
para baixo, dependendo do tráfego, eliminando a necessidade de escolher tipos de instância ou 
gerenciar políticas de escalabilidade. Isso elimina o trabalho pesado indiferenciado de selecionar 
e gerenciar servidores. A inferência sem servidor se integra com AWS Lambda para oferecer alta 
disponibilidade, tolerância a falhas integrada e escalabilidade automática. Com um pay-per-use 
modelo, a inferência sem servidor é uma opção econômica se você tiver um padrão de tráfego pouco 
frequente ou imprevisível. Nos momentos em que não há solicitações, a inferência sem servidor 
reduz seu endpoint para 0, ajudando você a minimizar seus custos. Para obter mais informações 
sobre preços para inferência sem servidor sob demanda, consulte Amazon Pricing. SageMaker

Opcionalmente, você também pode usar a simultaneidade provisionada com inferência sem 
servidor. A inferência sem servidor com simultaneidade provisionada é uma opção econômica 
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quando você tem picos previsíveis no tráfego. A simultaneidade provisionada permite que você 
implante modelos em endpoints sem servidor com desempenho previsível e alta escalabilidade, 
mantendo seus endpoints aquecidos. SageMaker garante que, para o número de simultaneidade 
provisionada que você aloca, os recursos computacionais sejam inicializados e estejam prontos 
para responder em milissegundos. Para inferência sem servidor com simultaneidade provisionada, 
você paga pela capacidade computacional usada para processar solicitações de inferência, cobrada 
por milissegundo, e pela quantidade de dados processados. Você também paga pelo uso da 
simultaneidade provisionada, com base na memória configurada, na duração provisionada e na 
quantidade de simultaneidade ativada. Para obter mais informações sobre preços para inferência 
sem servidor com simultaneidade provisionada, consulte Amazon Pricing. SageMaker

Você pode integrar a inferência sem servidor com seus pipelines MLOps para agilizar seu fluxo de 
trabalho de ML e usar um endpoint sem servidor para hospedar um modelo registrado no Model 
Registry.

A inferência sem servidor está geralmente disponível em 21 regiões AWS: Leste dos EUA (Norte 
da Virgínia), Leste dos EUA (Ohio), Oeste dos EUA (Norte da Califórnia), Oeste dos EUA (Oregon), 
África (Cidade do Cabo), Ásia-Pacífico (Hong Kong), Ásia-Pacífico (Mumbai), Ásia-Pacífico (Tóquio), 
Ásia-Pacífico (Seul), Ásia-Pacífico (Osaka), Ásia-Pacífico (Singapura), Ásia-Pacífico (Sydney), 
Canadá (Central), Europa (Frankfurt), Europa (Irlanda) , Europa (Londres), Europa (Paris), Europa 
(Estocolmo), Europa (Milão), Oriente Médio (Bahrein), América do Sul (São Paulo). Para obter mais 
informações sobre a disponibilidade SageMaker regional da Amazon, consulte a Lista de serviços 
AWS regionais.

Como funciona

O diagrama a seguir mostra o fluxo de trabalho da inferência sem servidor sob demanda e os 
benefícios de usar um endpoint sem servidor.
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Quando você cria um endpoint sem servidor sob demanda, SageMaker provisiona e gerencia os 
recursos de computação para você. Em seguida, você pode fazer solicitações de inferência para o 
endpoint e receber previsões do modelo em resposta. SageMaker aumenta e diminui os recursos de 
computação conforme necessário para lidar com o tráfego de solicitações, e você paga apenas pelo 
que usa.

Para a simultaneidade provisionada, a inferência sem servidor também se integra ao aplicativo Auto 
Scaling, para que você possa gerenciar a simultaneidade provisionada com base em uma métrica 
alvo ou em um cronograma. Para ter mais informações, consulte Simultaneidade provisionada de 
escala automática para um endpoint sem servidor.

As seções a seguir fornecem detalhes adicionais sobre a inferência sem servidor e como ela 
funciona.

Tópicos

• Compatibilidade do contêiner

• Tamanho da memória

• Invocações simultâneas

• Minimizando partidas a frio

• Exclusões de recursos

Compatibilidade do contêiner

Para seu contêiner de endpoint, você pode escolher um contêiner SageMaker fornecido ou 
trazer o seu próprio. SageMaker fornece contêineres para seus algoritmos integrados e imagens 
Docker pré-criadas para algumas das estruturas de aprendizado de máquina mais comuns, como 
Apache MXNet,, e Chainer. TensorFlow PyTorch Para obter uma lista das SageMaker imagens 
disponíveis, consulte Imagens disponíveis de contêineres de Deep Learning. Se você estiver 
trazendo seu próprio contêiner, deverá modificá-lo para funcionar com ele SageMaker. Para obter 
mais informações sobre como trazer seu próprio contêiner, consulte Como adaptar o próprio 
contêiner de inferência.

O tamanho máximo da imagem do contêiner que você pode usar é 10 GB. Para endpoints sem 
servidor, recomendamos criar somente um trabalhador no contêiner e carregar somente uma cópia 
do modelo. Observe que isso é diferente dos endpoints em tempo real, em que alguns SageMaker 
contêineres podem criar um trabalhador para cada vCPU para processar solicitações de inferência e 
carregar o modelo em cada trabalhador.
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Se você já tiver um contêiner para um endpoint em tempo real, poderá usar o mesmo contêiner para 
seu endpoint sem servidor, embora alguns recursos estejam excluídos. Para saber mais sobre os 
recursos de contêiner que não são compatíveis com a inferência sem servidor, consulte Exclusões 
de recursos. Se você optar por usar o mesmo contêiner, SageMaker guarda (retém) uma cópia da 
imagem do contêiner até que você exclua todos os endpoints que usam a imagem. SageMaker 
criptografa a imagem copiada em repouso com uma chave própria SageMaker. AWS KMS

Tamanho da memória

Seu endpoint sem servidor tem um tamanho mínimo de RAM de 1024 MB (1 GB), e o tamanho 
máximo de RAM que você pode escolher é 6144 MB (6 GB). Os tamanhos de memória que você 
pode escolher são 1024 MB, 2048 MB, 3072 MB, 4096 MB, 5120 MB ou 6144 MB. A inferência 
sem servidor atribui automaticamente recursos computacionais proporcionais à memória que você 
seleciona. Se você escolher um tamanho de memória maior, seu contêiner terá acesso a mais 
vCPUs. Escolha o tamanho da memória do seu endpoint de acordo com o tamanho do modelo. 
Geralmente, o tamanho da memória deve ser pelo menos tão grande quanto o tamanho do modelo. 
Talvez seja necessário fazer um benchmark para escolher a seleção de memória certa para seu 
modelo com base em seus SLAs de latência. Para obter um guia passo a passo do benchmark, 
consulte Apresentando o Amazon SageMaker Serverless Inference Benchmarking Toolkit. Os 
incrementos do tamanho da memória têm preços diferentes; consulte a página de SageMaker preços 
da Amazon para obter mais informações.

Independentemente do tamanho de memória que você escolher, seu endpoint sem servidor 
tem 5 GB de armazenamento em disco efêmero disponível. Para obter ajuda com problemas de 
permissões de contêiner ao trabalhar com armazenamento, consulteSolução de problemas.

Invocações simultâneas

A inferência sem servidor sob demanda gerencia políticas e cotas de escalabilidade predefinidas 
para a capacidade do seu endpoint. Os endpoints sem servidor têm uma cota de quantas invocações 
simultâneas podem ser processadas ao mesmo tempo. Se o endpoint for invocado antes de concluir 
o processamento da primeira solicitação, ele processará a segunda solicitação simultaneamente.

A simultaneidade total que você pode compartilhar entre todos os endpoints sem servidor em sua 
conta depende da sua região:

• Para as regiões Leste dos EUA (Ohio), Leste dos EUA (Norte da Virgínia), Oeste dos EUA 
(Oregon), Ásia-Pacífico (Cingapura), Ásia-Pacífico (Sydney), Ásia-Pacífico (Tóquio), Europa 
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(Frankfurt) e Europa (Irlanda), a simultaneidade total que você pode compartilhar entre todos os 
endpoints sem servidor por região em sua conta é 1000.

• Para as regiões Oeste dos EUA (Norte da Califórnia), África (Cidade do Cabo), Ásia-Pacífico 
(Hong Kong), Ásia-Pacífico (Mumbai), Ásia-Pacífico (Osaka), Ásia-Pacífico (Seul), Canadá 
(Central), Europa (Londres), Europa (Milão), Europa (Paris), Europa (Estocolmo), Oriente Médio 
(Bahrein) e América do Sul (São Paulo), a simultaneidade total por região em sua conta é 500.

Você pode definir a simultaneidade máxima para um único endpoint até 200, e o número total de 
endpoints sem servidor que você pode hospedar em uma região é 50. A simultaneidade máxima de 
um endpoint individual impede que esse endpoint aceite todas as invocações permitidas para sua 
conta, e qualquer invocação de endpoint além do máximo é limitada.

Note

A simultaneidade provisionada que você atribui a um endpoint sem servidor deve sempre ser 
menor ou igual à simultaneidade máxima que você atribuiu a esse endpoint.

Para saber como definir a simultaneidade máxima para seu endpoint, consulte. Criar uma 
configuração de endpoint Para obter mais informações sobre cotas e limites, consulte  SageMaker 
endpoints e cotas da Amazon no. Referência geral da AWS Para solicitar um aumento do limite de 
serviço, consulte AWSSuporte. Para obter instruções sobre como solicitar um aumento do limite de 
serviço, consulte Regiões e cotas compatíveis.

Minimizando partidas a frio

Se seu endpoint de inferência sem servidor sob demanda não receber tráfego por um tempo e, 
de repente, receber novas solicitações, pode levar algum tempo para que seu endpoint ative os 
recursos de computação para processar as solicitações. Isto é chamado de inicialização a frio. 
Como os endpoints sem servidor provisionam recursos de computação sob demanda, seu endpoint 
pode passar por inícios a frio. Uma inicialização a frio também pode ocorrer se suas solicitações 
simultâneas excederem o uso atual da solicitação simultânea. O tempo de inicialização a frio 
depende do tamanho do modelo, do tempo necessário para fazer o download do modelo e do tempo 
de inicialização do contêiner.

Para monitorar a duração do seu horário de inicialização a frio, você pode usar a CloudWatch 
métrica da Amazon OverheadLatency para monitorar seu endpoint sem servidor. Essa métrica 
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rastreia o tempo necessário para lançar novos recursos de computação para seu endpoint. Para 
saber mais sobre o uso de CloudWatch métricas com endpoints sem servidor, consulte. Monitore um 
endpoint sem servidor

Você pode minimizar as inicializações a frio usando a simultaneidade provisionada. SageMaker 
mantém o endpoint aquecido e pronto para responder em milissegundos, para o número de 
simultaneidade provisionada que você alocou.

Exclusões de recursos

Alguns dos recursos atualmente disponíveis para inferência SageMaker em tempo real não são 
compatíveis com inferência sem servidor, incluindo GPUs, pacotes de modelos de AWS mercado, 
registros privados do Docker, endpoints multimodelo, configuração de VPC, isolamento de rede, 
captura de dados, várias variantes de produção, Model Monitor e pipelines de inferência.

Você não pode converter seu endpoint em tempo real baseado em instância em um endpoint sem 
servidor. Se você tentar atualizar seu endpoint em tempo real para sem servidor, receberá uma 
mensagem. ValidationError Você pode converter um endpoint sem servidor em tempo real, mas 
depois de fazer a atualização, não é possível revertê-lo para o modo sem servidor.

Conceitos básicos

Você pode criar, atualizar, descrever e excluir um endpoint sem servidor usando o SageMaker 
console, os SDKs, o Amazon  SageMaker Python AWS SDK e o. AWS CLI Você pode invocar seu 
endpoint usando os AWS SDKs, o Amazon  SageMaker Python SDK e o. AWS CLI Para endpoints 
sem servidor com simultaneidade provisionada, você pode usar o Application Auto Scaling para 
escalar automaticamente a simultaneidade provisionada com base em uma métrica alvo ou em um 
cronograma. Para obter mais informações sobre como configurar e usar um endpoint sem servidor, 
leia o guia. Criar, invocar, atualizar e excluir um endpoint sem servidor Para obter mais informações 
sobre endpoints sem servidor de escalonamento automático com simultaneidade provisionada, 
consulte. Simultaneidade provisionada de escala automática para um endpoint sem servidor

Note

Atualmente, o Application Auto Scaling for Serverless Inference with Provisioned 
Concurrency não é suportado no. AWS CloudFormation
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Exemplos de cadernos e blogs

Para exemplos de notebooks Jupyter que mostram fluxos de trabalho de endpoints end-to-end sem 
servidor, consulte os notebooks de exemplo de inferência sem servidor.

Criar, invocar, atualizar e excluir um endpoint sem servidor

Ao contrário de outros endpoints SageMaker em tempo real, o Serverless Inference gerencia os 
recursos de computação para você, reduzindo a complexidade para que você possa se concentrar 
em seu modelo de ML em vez de gerenciar a infraestrutura. O guia a seguir destaca os principais 
recursos dos endpoints sem servidor: como criar, invocar, atualizar, descrever ou excluir um 
endpoint. Você pode usar o SageMaker console, os AWS SDKs, o Amazon SageMaker Python SDK 
ou AWS CLI o para gerenciar seus endpoints sem servidor.

Tópicos

• Pré-requisitos

• Criar um endpoint sem servidor

• invocar um endpoint sem servidor

• Atualizar um endpoint sem servidor

• Descrever um endpoint sem servidor

• Excluir um endpoint sem servidor

Pré-requisitos

Antes de criar um endpoint sem servidor, é necessário preencher os seguintes pré-requisitos.

1. Configure uma conta da AWS. Primeiro você precisa de uma conta da AWS e um usuário 
administrador AWS Identity and Access Management. Para obter instruções sobre como 
configurar uma conta AWS, consulte Como eu crio e ativo uma nova conta da AWS?. Para 
instruções sobre como proteger sua conta com um usuário administrador do IAM, consulte
Criando seu primeiro usuário administrador do IAM e grupo de usuários no Guia do usuário do 
IAM.

2. Crie um bucket do Amazon S3. Você usa um bucket do Amazon S3 para armazenar seus 
artefatos do modelo. Para saber como criar um bucket, consulte Criar seu primeiro bucket do S3 
no Guia do usuário do Amazon S3.
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3. Carregar os artefatos do modelo no bucket do S3. Para obter instruções sobre como carregar 
seu modelo em seu bucket, consulte Carregar um objeto em seu bucket no Guia do usuário do 
Amazon S3.

4. Crie uma função do IAM para a Amazon SageMaker. A Amazon SageMaker precisa acessar 
o bucket do S3 que armazena seu modelo. Crie uma função do IAM com uma política que dê 
acesso de SageMaker leitura ao seu bucket. O procedimento a seguir mostra como criar uma 
função no console, mas você também pode usar a CreateRoleAPI do Guia do usuário do IAM. 
Para obter informações sobre como conceder mais permissões granulares à sua função com 
base no seu caso de uso, consulte SageMaker Funções.

a. Faça login no console do IAM.

b. Na guia de navegação, selecione Funções.

c. Selecione Criar perfil.

d. Em Selecionar tipo de entidade confiável, escolha AWSserviço e, em seguida, escolha
SageMaker.

e. Escolha Próximo: permissões e, em seguida, escolha Próximo: tags.

f. (Opcional) Adicione tags como pares de chave-valor se desejar ter metadados para a 
função.

g. Escolha Próximo: revisar.

h. Em Nome da função, insira um nome de função exclusivo em sua conta AWS. Você não 
pode editar o nome da função depois de criar a função.

i. (Opcional) Em Descrição da função, insira uma descrição para o novo perfil.

j. Selecione Criar perfil.

5. Anexe permissões de bucket do S3 à sua SageMaker função. Depois de criar uma função do 
IAM, anexe uma política que dê SageMaker permissão para acessar o bucket do S3 contendo 
os artefatos do seu modelo.

a. Na guia de navegação do console do IAM, escolha Funções.

b. Na lista de funções, pesquise a função que você criou na etapa anterior por nome.

c. Escolha sua função e, em seguida, escolha Anexar políticas.

d. Em Anexarpermissões, escolha Criar política.

e. Na visualização de Criar política, selecione a guia JSON.

f. Adicione as seguintes declarações de política no editor JSON. Certifique-se de substituit 
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modelo. Se você deseja restringir o acesso a uma pasta ou arquivo específico em seu 
bucket, também pode especificar o caminho da pasta do Amazon S3, por exemplo, <your-
bucket-name>/<model-folder>.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "VisualEditor0", 
            "Effect": "Allow", 
            "Action": "s3:GetObject", 
            "Resource": "arn:aws:s3:::<your-bucket-name>/*" 
        } 
    ]
}

g. Escolha Próximo: etiquetas.

h. (Opcional) Adicione tags aos pares de chave-valor à política.

i. Escolha Próximo: revisar.

j. Em Nome, insira um nome para a nova política.

k. (Opcional) Adicione uma Descrição para a política.

l. Escolha Criar política.

m. Depois de criar a política, volte para Roles no console do IAM e selecione sua SageMaker 
função.

n. Escolha Anexar políticas.

o. Em Anexar permissões, pesquise a política que você criou por nome. Selecione-a e escolha
Anexar política.

6. Selecione uma imagem de contêiner Docker pré-criada ou traga a sua própria. O contêiner 
que você escolher serve para inferência em seu endpoint. SageMaker fornece contêineres 
para algoritmos integrados e imagens pré-criadas do Docker para algumas das estruturas 
de aprendizado de máquina mais comuns, como Apache MXNet,, e Chainer. TensorFlow 
PyTorch Para obter uma lista completa das SageMaker imagens disponíveis, consulte Imagens 
disponíveis de contêineres de Deep Learning.

Se nenhum dos SageMaker contêineres existentes atender às suas necessidades, talvez seja 
necessário criar seu próprio contêiner Docker. Para obter informações sobre como criar sua 
imagem do Docker e torná-la compatível com SageMaker, consulteUsar o próprio código de 
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inferência. Para usar seu contêiner com um endpoint sem servidor, a imagem do contêiner deve 
residir em um repositório do Amazon ECR dentro da mesma conta AWS que cria o endpoint.

7. (Opcional) Registre seu modelo no registro de modelos. SageMaker O Model Registry ajuda 
você a catalogar e gerenciar versões de seus modelos para uso em pipelines de ML. Para obter 
mais informações sobre como registrar uma versão do seu modelo, consulte Criar um grupo de 
modelos e Registrar uma versão do modelo. Para obter um exemplo de registro de modelos e 
fluxo de trabalho de inferência sem servidor, consulte o seguinte exemplo de caderno.

8. (Opcional) Traga uma AWS KMS chave. Ao configurar um endpoint sem servidor, você tem 
a opção de especificar uma chave KMS SageMaker usada para criptografar sua imagem do 
Amazon ECR. Observe que a política de chaves para a chave do KMS deve conceder acesso à 
função do IAM que você especifica ao configurar seu endpoint. Para saber mais sobre chaves 
KMS, consulte o Guia do desenvolvedor doAWS Key Management Service.

Criar um endpoint sem servidor

Para criar um endpoint sem servidor, você pode usar o SageMaker console da Amazon, as APIs ou 
o. AWS CLI Você pode criar um endpoint sem servidor usando um processo semelhante ao de um
endpoint em tempo real.

Tópicos

• Criar um modelo

• Criar uma configuração de endpoint

• Criar um endpoint

Criar um modelo

Para criar seu modelo, você deve fornecer a localização dos artefatos do modelo e da imagem 
do contêiner. Você também pode usar uma versão de SageMaker modelo do Model Registry. Os 
exemplos nas seções a seguir mostram como criar um modelo usando a CreateModelAPI, o Model 
Registry e o  SageMakerconsole da Amazon.

Para criar um modelo (usando o Registro do modelo)

O Registro de Modelos é um recurso SageMaker que ajuda você a catalogar e gerenciar versões do 
seu modelo para uso em pipelines de ML. Para usar o Model Registry com inferência sem servidor, 
você deve primeiro registrar uma versão do modelo em um grupo de modelos do registro do modelo. 
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Para saber como registrar um modelo no Registro do modelo, siga os procedimentos em Criar um 
grupo de modelos e Registrar uma versão do modelo.

O exemplo a seguir exige que você tenha o ARN de uma versão de modelo registrada e use o
AWSSDK para Python (Boto3) para chamar a API. CreateModel Para inferência sem servidor, no 
momento, o registro do modelo é compatível apenas com o AWS SDK for Python (Boto3). Para o 
exemplo, especifique os seguintes valores:

• Em model_name, insira um nome para o modelo.

• Para sagemaker_role isso, você pode usar a função padrão SageMaker criada ou uma função 
personalizada SageMaker do IAM na Etapa 4 da Pré-requisitos seção.

• Em ModelPackageName, especifique o ARN para a versão do seu modelo, que deve estar 
registrada em um grupo de modelos no registro do modelo.

#Setup
import boto3
import sagemaker
region = boto3.Session().region_name
client = boto3.client("sagemaker", region_name=region)

#Role to give SageMaker permission to access AWS services.
sagemaker_role = sagemaker.get_execution_role()

#Specify a name for the model
model_name = "<name-for-model>"

#Specify a Model Registry model version
container_list = [ 
    { 
        "ModelPackageName": <model-version-arn>
     } 
 ]

#Create the model
response = client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    container_list
)
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Como criar um modelo (usando API)

O exemplo a seguir usa o AWSSDK para Python (Boto3) para chamar a API. CreateModel
Especifique os seguintes valores:

• Pois sagemaker_role, você pode usar a função padrão SageMaker criada ou uma função 
personalizada SageMaker do IAM na Etapa 4 da Pré-requisitos seção.

• Em model_url, especifique o URI do Amazon S3 para seu modelo.

• Em container, recupere o contêiner que você deseja usar pelo caminho do Amazon ECR. 
Este exemplo usa um contêiner SageMaker XGBoost fornecido. Se você não selecionou um 
SageMaker contêiner ou trouxe o seu, consulte a Etapa 6 da Pré-requisitos seção para obter mais 
informações.

• Em model_name, insira um nome para o modelo.

#Setup
import boto3
import sagemaker
region = boto3.Session().region_name
client = boto3.client("sagemaker", region_name=region)

#Role to give SageMaker permission to access AWS services.
sagemaker_role = sagemaker.get_execution_role()

#Get model from S3
model_url = "s3://DOC-EXAMPLE-BUCKET/models/model.tar.gz"

#Get container image (prebuilt example)
from sagemaker import image_uris
container = image_uris.retrieve("xgboost", region, "0.90-1")

#Create model
model_name = "<name-for-model>"

response = client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    Containers = [{ 
        "Image": container, 
        "Mode": "SingleModel", 
        "ModelDataUrl": model_url, 
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    }]
)

Para criar um modelo (usando o console)

1. Faça login no  SageMakerconsole da Amazon.

2. Na guia de navegação, escolha Inferência.

3. Em seguida, escolha Modelos.

4. Escolha Criar modelo.

5. Em Nome do modelo, insira um nome para o modelo que seja exclusivo da sua conta e Região 
da AWS.

6. Para a função do IAM, selecione uma função do IAM que você já criou (consultePré-requisitos) 
ou permita SageMaker a criação de uma para você.

7. Em Definição do contêiner 1, para Opções de entrada de contêiner, selecione Fornecer artefatos 
do modelo e local de entrada.

8. Em Fornecer artefatos do modelo e opções de imagem de inferência, selecione Usar um único 
modelo.

9. Em Localização da imagem do código de inferência, insira um caminho do Amazon ECR para 
um contêiner. A imagem deve ser uma imagem própria SageMaker fornecida (por exemplo 
TensorFlow, XGBoost) ou uma imagem que resida em um repositório Amazon ECR na mesma 
conta na qual você está criando o endpoint. Se você não tiver um contêiner, volte para a Etapa 6 
da seção Pré-requisitos para obter mais informações.

10. Em Local dos artefatos do modelo, insira o URI do Amazon S3 em seu modelo de ML. Por 
exemplo, s3://DOC-EXAMPLE-BUCKET/models/model.tar.gz.

11. (Opcional) Em Tags, adicione pares de chave-valor para criar metadados para seu modelo.

12. Escolha Criar modelo.

Criar uma configuração de endpoint

Após criar um modelo, crie uma configuração de endpoint. Em seguida, você pode implantar seu 
modelo usando as especificações na configuração do endpoint. Na configuração, você especifica se 
deseja um endpoint em tempo real ou sem servidor. Para criar uma configuração de endpoint sem 
servidor, você pode usar o  SageMaker console da Amazon, a CreateEndpointConfigAPI ou o. AWS 
CLI As abordagens de API e console estão descritas nas seções a seguir.
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Para criar uma configuração de endpoint (usando API)

O exemplo a seguir usa o AWSSDK para Python (Boto3) para chamar a API. CreateEndpointConfig
Especifique os seguintes valores:

• Em EndpointConfigName, escolha um nome para a configuração do endpoint. O nome deve ser 
exclusivo em sua conta em uma Região.

• (Opcional) ParaKmsKeyId, use o ID da chave, o ARN da chave, o nome do alias ou o ARN 
do alias para uma AWS KMS chave que você deseja usar. SageMaker usa essa chave para 
criptografar sua imagem do Amazon ECR.

• Em ModelName, use o nome do modelo que você deseja implantar. Deve ser o mesmo modelo 
que você usou na etapa Criar um modelo.

• Para ServerlessConfig:

• Defina MemorySizeInMB como 2048. Neste exemplo, definimos o tamanho da memória 
para 2048 MB, mas você pode escolher qualquer um dos valores a seguir para o tamanho de 
memória: 1024 MB, 2048 MB, 3072 MB, 4096 MB, 5120 MB ou 6144 MB.

• Defina MaxConcurrency como 20. Neste exemplo, definimos a simultaneidade máxima como 
20. O número máximo de invocações simultâneas que você pode configurar para um endpoint 
sem servidor é 200, e o valor mínimo que você pode escolher é 1.

• (Opcional) Para usar a simultaneidade provisionada, defina ProvisionedConcurrency
como 10. Para este exemplo, configuramos a concorrência provisionada para 10. O número
ProvisionedConcurrency de um endpoint sem servidor deve ser menor ou igual ao número
MaxConcurrency. Você pode deixá-lo vazio se quiser usar o endpoint de inferência sem 
servidor sob demanda. Você pode escalar dinamicamente a simultaneidade de provisões. Para 
ter mais informações, consulte Simultaneidade provisionada de escala automática para um 
endpoint sem servidor.

response = client.create_endpoint_config( 
   EndpointConfigName="<your-endpoint-configuration>", 
   KmsKeyId="arn:aws:kms:us-east-1:123456789012:key/143ef68f-76fd-45e3-abba-
ed28fc8d3d5e", 
   ProductionVariants=[ 
        { 
            "ModelName": "<your-model-name>", 
            "VariantName": "AllTraffic", 
            "ServerlessConfig": { 
                "MemorySizeInMB": 2048, 
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                "MaxConcurrency": 20, 
                "ProvisionedConcurrency": 10, 
            } 
        }  
    ]
)

Para criar uma configuração de endpoint (usando o console)

1. Faça login no  SageMakerconsole da Amazon.

2. Na guia de navegação, escolha Inferência.

3. Em seguida, escolha Configurações de endpoint.

4. Escolha Criar configuração de endpoint.

5. Em Nome de configuração de endpoint, digite um nome que seja exclusivo em sua conta em 
uma região.

6. Em Tipo de endpoint, selecione Tecnologia sem servidor.
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7. Em Variantes de produção, escolha Adicionar modelo.

8. Em Adicionar modelo, selecione o modelo que você deseja usar na lista de modelos e escolha
Salvar.

9. Depois de adicionar seu modelo, em Ações, escolha Editar.

10. Em Tamanho da memória, escolha o tamanho da memória que você deseja em GB.

11. Em Simultaneidade máxima, insira o máximo de invocações simultâneas desejadas para o 
endpoint. O valor máximo que você pode inserir é 200 e o mínimo é 1.

12. (Opcional) Para usar a simultaneidade provisionada, insira o número desejado de invocações 
simultâneas no campo de Configuração de simultaneidade provisionada. O número de 
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invocações simultâneas provisionadas deve ser menor ou igual ao número máximo de 
invocações simultâneas.

13. Escolha Salvar.

14. (Opcional) Em Tags, insira pares de chave-valor se quiser criar metadados para a configuração 
de endpoint.

15. Escolha Criar configuração de endpoint.

Criar um endpoint

Para criar um endpoint sem servidor, você pode usar o  SageMaker console da Amazon, a
CreateEndpointAPI ou o. AWS CLI As abordagens de API e console estão descritas nas seções 
a seguir. Depois que você criar seu endpoint, poderá levar alguns minutos para que ele fique 
disponível.

Para criar um endpoint (usando API)

O exemplo a seguir usa o AWSSDK para Python (Boto3) para chamar a API. CreateEndpoint
Especifique os seguintes valores:

• EmEndpointName, insira um nome para o endpoint que seja exclusivo em sua conta em uma 
região.

• Em EndpointConfigName, use o nome da configuração de endpoint que você criou na seção 
anterior.

response = client.create_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-endpoint-config>"
)

Para criar um endpoint (usando o console)

1. Faça login no  SageMakerconsole da Amazon.

2. Na guia de navegação, escolha Inferência.

3. Em seguida, escolha Endpoints.

4. Escolha Criar endpoint.

5. Em Nome do endpoint, insira um nome que seja exclusivo em sua conta em uma região.
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6. Em Anexar configuração de endpoint, selecione Usar uma configuração de endpoint existente.

7. Em Configuração de endpoint, selecione o nome da configuração do endpoint que você criou na 
seção anterior e escolha Selecionar configuração do endpoint.

8. (Opcional) Em Tags, insira pares de chave-valor se quiser criar metadados para o seu endpoint.

9. Escolha Criar endpoint.
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invocar um endpoint sem servidor

Para realizar uma inferência usando um endpoint sem servidor, é necessário enviar uma solicitação 
HTTP para o endpoint. Você pode usar a InvokeEndpointAPI ou aAWS CLI, que faz uma POST
solicitação para invocar seu endpoint. O tamanho máximo da carga útil de solicitação e resposta para 
invocações sem servidor é de 4 MB. Em endpoints sem servidor:

• O modelo deve ser baixado e o servidor deve responder com êxito /ping em 3 minutos.

• O tempo limite para o contêiner responder às solicitações de inferência /invocations é de 1 
minuto.

Para invocar um endpoint

O exemplo a seguir usa o AWSSDK para Python (Boto3) para chamar a API. InvokeEndpoint
Observe que, diferentemente das outras chamadas de API neste guia, paraInvokeEndpoint, você 
deve usar o SageMaker Runtime Runtime como cliente. Especifique os seguintes valores:

• Em endpoint_name, use o nome do endpoint sem servidor em serviço que você deseja invocar.

• Em content_type, especifique o tipo MIME dos seus dados de entrada no corpo da solicitação 
(por exemplo, application/json).

• Em payload, use a carga da solicitação para inferência. Sua carga útil deve estar em bytes ou em 
um objeto semelhante a um arquivo.

runtime = boto3.client("sagemaker-runtime")

endpoint_name = "<your-endpoint-name>"
content_type = "<request-mime-type>"
payload = <your-request-body>

response = runtime.invoke_endpoint( 
    EndpointName=endpoint_name, 
    ContentType=content_type, 
    Body=payload
)
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Atualizar um endpoint sem servidor

Antes de atualizar seu endpoint, crie uma nova configuração de endpoint ou use uma configuração 
de endpoint existente. A configuração de endpoint é onde você especifica as alterações para 
sua atualização. Em seguida, você pode atualizar seu endpoint com o SageMaker console, a
UpdateEndpointAPI ou o. AWS CLI O processo de atualização de um endpoint sem servidor é igual 
ao processo de atualização de um endpoint em tempo real. Observe que, ao atualizar seu endpoint, 
você pode experimentar inícios frios ao fazer solicitações para o endpoint, pois SageMaker precisa 
reinicializar seu contêiner e modelo.

Você pode querer atualizar um endpoint sob demanda para um endpoint sem servidor com 
concorrência provisionada ou ajustar o valor de concorrência provisionada para um endpoint 
sem servidor existente com concorrência provisionada. Em ambos os casos, você precisará criar 
uma nova configuração de endpoint sem servidor com o valor desejado para a simultaneidade 
provisionada e aplicar UpdateEndpoint ao endpoint sem servidor existente. Para obter mais 
informações sobre como criar uma nova configuração de endpoint sem servidor com simultaneidade 
provisionada, consulte Criar uma configuração de endpoint.

Se você quiser remover a simultaneidade provisionada de um endpoint sem servidor, precisará 
criar uma nova configuração de endpoint sem especificar nenhum valor para a simultaneidade 
provisionada e, em seguida, aplicar UpdateEndpoint ao endpoint.

Note

Atualmente, não há suporte para atualizar um endpoint de inferência em tempo real para 
um endpoint sem servidor sob demanda ou um endpoint sem servidor com simultaneidade 
provisionada.

Atualizar o endpoint

Depois de criar uma nova configuração de endpoint sem servidor, você pode usar o console AWS 
SDK for Python (Boto3)ou o SageMaker console para atualizar um endpoint sem servidor existente. 
Exemplos de como atualizar seu endpoint usando o console AWS SDK for Python (Boto3) e o 
SageMaker console estão descritos nas seções a seguir.

Para atualizar o endpoint (usando o Boto3)

O exemplo a seguir usa o AWS SDK for Python (Boto3)para chamar o método update_endpoint. 
Especifique pelo menos os seguintes parâmetros ao chamar o método:
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• Em EndpointName, use o nome do endpoint que você está atualizando.

• Em EndpointConfigName, use o nome da configuração de endpoint que você deseja usar para 
a atualização.

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<new-endpoint-config>",
)

Para atualizar o endpoint (usando o console)

1. Faça login no  SageMakerconsole da Amazon.

2. Na guia de navegação, escolha Inferência.

3. Em seguida, escolha Endpoints.

4. Na lista de endpoints, selecione o endpoint que você deseja atualizar.

5. Escolha Alterar na seção de Configurações de endpoint.

6. Em Alterar a configuração de endpoint, escolha Usar uma configuração de endpoint existente.

7. Na lista de configurações de endpoint, selecione aquela que você deseja usar para sua 
atualização.

8. Escolha Selecionar configuração de endpoint.

9. Escolha Atualizar endpoint.

Descrever um endpoint sem servidor

Talvez você queira recuperar informações sobre seu endpoint, incluindo detalhes como o ARN do 
endpoint, o status atual, a configuração da implantação e os motivos da falha. Você pode encontrar 
informações sobre seu endpoint usando o SageMaker console, a DescribeEndpointAPI ou o. AWS 
CLI

Para descrever um endpoint (usando API)

O exemplo a seguir usa o AWSSDK para Python (Boto3) para chamar a API. DescribeEndpoint Em
EndpointName, use o nome do endpoint que você deseja verificar.

response = client.describe_endpoint( 
    EndpointName="<your-endpoint-name>",
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)

Para descrever um endpoint (usando o console)

1. Faça login no  SageMakerconsole da Amazon.

2. Na guia de navegação, escolha Inferência.

3. Em seguida, escolha Endpoints.

4. Na lista de endpoints, escolha o endpoint que deseja verificar.

A página do endpoint contém as informações sobre seu endpoint.

Excluir um endpoint sem servidor

Você pode excluir seu endpoint sem servidor usando o SageMaker console, a DeleteEndpointAPI 
ou o. AWS CLI Os exemplos a seguir mostram como excluir seu endpoint por meio da API e do 
SageMaker console.

Para excluir um endpoint (usando a API)

O exemplo a seguir usa o AWSSDK para Python (Boto3) para chamar a API. DeleteEndpoint Em
EndpointName, use o nome do endpoint sem servidor que você deseja excluir.

response = client.delete_endpoint( 
    EndpointName="<your-endpoint-name>",
)

Para excluir um endpoint (usando o console)

1. Faça login no  SageMakerconsole da Amazon.

2. Na guia de navegação, escolha Inferência.

3. Em seguida, escolha Endpoints.

4. Na lista de endpoints, selecione o endpoint que você deseja excluir.

5. Escolha a lista suspensa Ações e depois escolha Excluir.

6. Quando solicitado, escolha Excluir.

Seu endpoint agora deve iniciar o processo de exclusão.
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Monitore um endpoint sem servidor

Para monitorar seu endpoint sem servidor, você pode usar os alarmes do Amazon CloudWatch. 
O CloudWatch é um serviço que coleta métricas em tempo real de seus aplicativos e recursos da 
AWS. Um alarme monitora as métricas à medida que elas são coletadas e oferece a capacidade de 
pré-especificar um limite e as ações a serem tomadas se esse limite for violado. Por exemplo, seu 
alarme do CloudWatch pode enviar uma notificação se seu endpoint ultrapassar um limite de erro. Ao 
configurar os alarmes do CloudWatch, você ganha visibilidade do desempenho e da funcionalidade 
do seu endpoint. Para obter mais informações sobre alarmes do CloudWatch, consulte Usar alarmes 
do CloudWatch, no Guia do usuário do Amazon CloudWatch.

Monitoramento com CloudWatch

As métricas abaixo são uma lista completa de métricas para endpoints sem servidor. Qualquer 
métrica não listada abaixo não é publicada para endpoints sem servidor. Para obter mais 
informações sobre as seguintes métricas, consulte Monitorar o Amazon SageMaker com o Amazon 
CloudWatch.

Métricas gerais de endpoint

Essas métricas do CloudWatch são as mesmas publicadas para endpoints em tempo real.

A OverheadLatency métrica rastreia toda a latência adicional que o SageMaker adicionou, 
incluindo o horário de inicialização a frio para o lançamento de novos recursos computacionais para 
seu endpoint sem servidor. Em comparação com os endpoints sem servidor sob demanda, o número 
de endpoints sem servidor com OverheadLatency simultaneidade provisionada geralmente é 
significativamente menor.

Os endpoints sem servidor também podem usar as métricas Invocations4XXErrors,
Invocations5XXErrors, Invocations, ModelLatency, ModelSetupTime e
MemoryUtilization. Para saber mais sobre essas métricas, consulte SageMaker Métricas de 
invocação de endpoints.

Métricas gerais de endpoint de tecnologia sem servidor

Essas métricas do CloudWatch são publicadas tanto para endpoints sem servidor sob demanda 
quanto para endpoints sem servidor com simultaneidade provisionada.
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Nome da métrica Descrição Unidade/Estatísticas

ServerlessConcurre 
ntExecutionsUtiliz 
ation

O número de execuções 
simultâneas dividido pela 
simultaneidade máxima.

Unidades: nenhuma

Estatísticas válidas: média, 
máx. e mín.

Endpoint sem servidor com métrica de simultaneidade provisionada

Essas métricas do CloudWatch são publicadas para endpoints sem servidor com simultaneidade 
provisionada.

Nome da métrica Descrição Unidade/Estatísticas

ServerlessProvisio 
nedConcurrencyExec 
utions

O número de execuções 
simultâneas que estão sendo 
processadas pelo endpoint.

Unidade: contagem

Estatísticas válidas: média, 
máx. e mín.

ServerlessProvisio 
nedConcurrencyUtil 
ization

O número de execuções 
simultâneas dividido pela 
simultaneidade provisionada 
alocada.

Unidades: nenhuma

Estatísticas válidas: média, 
máx. e mín.

ServerlessProvisio 
nedConcurrencyInvo 
cations

O número de solicitações
InvokeEndpoint  tratadas 
pela simultaneidade provision 
ada.

Unidade: contagem

Estatísticas válidas: média, 
máx. e mín.

ServerlessProvisio 
nedConcurrencySpil 
loverInvocations

O número de solicitações
InvokeEndpoint  não 
tratadas pela simultaneidade 
provisionada, que é tratada 
pela inferência sem servidor 
sob demanda.

Unidade: contagem

Estatísticas válidas: média, 
máx. e mín.
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Logs

Se você quiser monitorar os logs do seu endpoint para depuração ou análise de progresso, você 
pode usar o Amazon CloudWatch Logs. O grupo de logs fornecido pelo SageMaker que você pode 
usar para endpoints sem servidor é /aws/sagemaker/Endpoints/[EndpointName]. Para 
obter mais informações sobre como usar o CloudWatch Logs no SageMaker, consulte Registre 
SageMaker eventos da Amazon com a Amazon CloudWatch. Para saber mais sobre o CloudWatch 
Logs, consulte O que é o Amazon CloudWatch Logs? no Guia do usuário do Amazon CloudWatch 
Logs.

Simultaneidade provisionada de escala automática para um endpoint sem 
servidor

O Amazon SageMaker aumenta ou diminui automaticamente a escala de endpoints sem servidor 
sob demanda. Para endpoints sem servidor com simultaneidade provisionada, você pode usar o 
aplicativo Auto Scaling para aumentar ou diminuir a simultaneidade provisionada com base em seu 
perfil de tráfego, otimizando assim os custos.

A seguir estão os pré-requisitos para escalar automaticamente a simultaneidade provisionada em 
endpoints sem servidor:

• Registrar um modelo

• Definir uma política de escalabilidade

• Aplicar uma política de escalabilidade

Antes de usar o escalonamento automático, você já deve ter implantado um modelo em um 
endpoint sem servidor com simultaneidade provisionada. Os modelos implantados são referidos 
como variantes de produção. Consulte Criar uma configuração de endpoint e Criar um endpoint
para obter mais informações sobre a implantação de um modelo em um endpoint sem servidor 
com simultaneidade provisionada. Para especificar as métricas e os valores de destino de uma 
política de escalabilidade, você precisa configurar uma política de rastreamento. Para obter mais 
informações sobre como definir uma política de escalabilidade, consulte Definir uma política de 
escalabilidade. Depois de registrar o modelo e definir uma política de escalabilidade, aplique a 
política de escalabilidade ao modelo registrado. Para obter mais informações sobre como aplicar a 
política de escalabilidade, consulte Aplicar uma política de escalabilidade.
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Para obter detalhes sobre outros pré-requisitos e componentes usados com o escalonamento 
automático, consulte a seção Visão geral do Auto Scaling na documentação do escalonamento 
automático do SageMaker.

Registrar um modelo

Para adicionar escalonamento automático a um endpoint sem servidor com simultaneidade 
provisionada, primeiro você deve registrar seu modelo (variante de produção) usando nossa API do 
aplicativo Auto Scaling AWS CLI.

Registrar um modelo (AWS CLI)

Para registrar seu modelo, use o comando register-scalable-target da AWS CLI com os 
seguintes parâmetros:

• --service-namespace – defina este valor como sagemaker.

• --resource-id – O identificador de recurso para o modelo (especificamente, a variante de 
produção). Para esse parâmetro, o tipo de recurso é endpoint e o identificador exclusivo é o 
nome da variante de produção. Por exemplo endpoint/MyEndpoint/variant/MyVariant.

• --scalable-dimension – Defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

• --min-capacity – O número mínimo de simultaneidade provisionada para o modelo. Defina --
min-capacity como pelo menos 1. Deve ser igual ou menor que o valor especificado para --
max-capacity.

• --max-capacity – o número máximo de simultaneidade provisionada que deve ser ativada por 
meio do aplicativo Auto Scaling. Defina --max-capacity para um mínimo de 1. Deve ser maior 
que ou igual ao valor especificado para --min-capacity.

O exemplo a seguir mostra como registrar um modelo chamado MyVariant que é dinamicamente 
escalado para ter de um valor simultaneamente provisionado de 1 a 10:

aws application-autoscaling register-scalable-target \ 
    --service-namespace sagemaker \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant \ 
    --min-capacity 1 \ 
    --max-capacity 10 
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Registro de um modelo (API do aplicativo Auto Scaling)

Para registrar seu modelo, use a ação RegisterScalableTarget da API do aplicativo Auto 
Scaling com os seguintes parâmetros:

• ServiceNamespace – Defina este valor como sagemaker.

• ResourceId – O identificador de recurso para o modelo (especificamente, a variante de 
produção). Para esse parâmetro, o tipo de recurso é endpoint e o identificador exclusivo é o 
nome da variante de produção. Por exemplo endpoint/MyEndpoint/variant/MyVariant.

• ScalableDimension – Defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

• MinCapacity – O número mínimo de simultaneidade provisionada para o modelo. Defina
MinCapacity como pelo menos 1. Deve ser igual ou menor que o valor especificado para
MaxCapacity.

• MaxCapacity – o número máximo de simultaneidade provisionada que deve ser ativada por meio 
do aplicativo Auto Scaling. Defina MaxCapacity para um mínimo de 1. Deve ser maior que ou 
igual ao valor especificado para MinCapacity.

O exemplo a seguir mostra como registrar um modelo chamado MyVariant que é dinamicamente 
escalado para ter de um valor simultaneamente provisionado de 1 a 10:

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.RegisterScalableTarget
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndPoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency", 
    "MinCapacity": 1, 
    "MaxCapacity": 10
} 
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Definir uma política de escalabilidade

Para especificar as métricas e os valores de destino de uma política de escalabilidade, você 
pode configurar uma política de escalabilidade de rastreamento de destino. Defina a política de 
escalabilidade como um bloco JSON em um arquivo de texto. Você pode, então, usar esse arquivo 
de texto ao invocar a AWS CLI ou a API do aplicativo Auto Scaling. Use a métrica predefinida
SageMakerVariantProvisionedConcurrencyUtilization para definir rapidamente a política 
de escalabilidade de rastreamento de destino.

{ 
    "TargetValue": 0.5, 
    "PredefinedMetricSpecification":  
    { 
        "PredefinedMetricType": "SageMakerVariantProvisionedConcurrencyUtilization" 
    }, 
    "ScaleOutCooldown": 1, 
    "ScaleInCooldown": 1
} 
         

Aplicar uma política de escalabilidade

Depois de registrar seu modelo, você pode aplicar uma política de escalabilidade ao seu endpoint 
sem servidor com a simultaneidade provisionada. Consulte Aplicar uma política de escalabilidade 
de rastreamento de destino para aplicar uma política de escalabilidade de rastreamento de destino 
que você definiu. Se o fluxo de tráfego para seu endpoint sem servidor tiver uma rotina previsível, 
em vez de aplicar uma política de escalabilidade de rastreamento de metas, talvez você queira 
agendar ações de escalabilidade em horários específicos. Para obter mais informações sobre ações 
de escalabilidade programada, consulte Escalabilidade programada.

Aplicar uma política de escalabilidade de rastreamento de destino

Você pode usar a API AWS Management Console, AWS CLI ou a Escalabilidade automática de 
aplicação para aplicar uma política de escalabilidade de rastreamento de destino ao seu endpoint 
sem servidor com a Simultaneidade Provisionada.

Aplicar uma política de esc labilidade de rastreamento de destino (AWS CLI)

Para aplicar uma política de escalabilidade ao modelo, use o comando put-scaling-policy AWS 
CLI com os seguintes parâmetros:
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• --policy-name – o nome da política de escalabilidade.

• --policy-type – defina este valor como TargetTrackingScaling.

• --resource-id – o identificador do recurso para a variante. Para esse parâmetro, o tipo de 
recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo endpoint/
MyEndpoint/variant/MyVariant.

• --service-namespace – defina este valor como sagemaker.

• --scalable-dimension – defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

• --target-tracking-scaling-policy-configuration – a configuração da política de 
escalabilidade de rastreamento de destino a ser usada para o modelo.

O exemplo a seguir mostra como aplicar a política de escalabilidade de rastreamento de destino 
chamada MyScalingPolicy para um modelo chamado MyVariant. A configuração da política é 
salva em um arquivo chamado scaling-policy.json.

aws application-autoscaling put-scaling-policy \ 
    --policy-name MyScalingPolicy \ 
    --policy-type TargetTrackingScaling \ 
    --service-namespace sagemaker \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant \ 
    --target-tracking-scaling-policy-configuration file://[file-localtion]/scaling-
policy.json 
                 

Aplique uma política de escalabilidade de rastreamento de destino (aplicativo Auto Scaling API)

Para aplicar uma política de escalabilidade ao seu modelo, use a ação PutScalingPolicy da API 
do aplicativo Auto Scaling com os seguintes parâmetros:

• PolicyName – o nome da política de escalabilidade.

• PolicyType – defina este valor como TargetTrackingScaling.

• ResourceId – o identificador do recurso para a variante. Para esse parâmetro, o tipo de 
recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo endpoint/
MyEndpoint/variant/MyVariant.

• ServiceNamespace – defina este valor como sagemaker.
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• ScalableDimension – defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

• TargetTrackingScalingPolicyConfiguration – a configuração da política de 
escalabilidade de rastreamento de destino a ser usada para o modelo.

O exemplo a seguir mostra como aplicar a política de escalabilidade de rastreamento de destino 
chamada MyScalingPolicy para um modelo chamado MyVariant. A configuração da política é 
salva em um arquivo chamado scaling-policy.json.

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.PutScalingPolicy
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "PolicyName": "MyScalingPolicy", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency", 
    "PolicyType": "TargetTrackingScaling", 
    "TargetTrackingScalingPolicyConfiguration":  
    { 
        "TargetValue": 0.5, 
        "PredefinedMetricSpecification":  
        { 
            "PredefinedMetricType": "SageMakerVariantProvisionedConcurrencyUtilization" 
        } 
    }
} 
                 

Aplicar uma política de esc labilidade de rastreamento de destino (AWS Management Console)

Aplicar uma política de escalabilidade de rastreamento de destino com o AWS Management 
Console:

1. Faça login no Console do Amazon SageMaker.
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2. No painel de navegação, escolha Inferência.

3. Escolha Endpoints para ver uma lista de todos os seus endpoints.

4. Escolha o endpoint ao qual você deseja aplicar a política de escalabilidade. Uma página com 
as configurações do endpoint será exibida, com os modelos (variante de produção) listados na 
seção Configurações de tempo de execução do endpoint.

5. Selecione a variante de produção à qual você deseja aplicar a política de escalabilidade e 
escolha Configurar escalabilidade automática. A página Configurar escalabilidade automática da 
variante) é exibida.
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6. Insira os valores mínimo e máximo de simultaneidade provisionada nos campos simultaneidade 
provisionada mínima e simultaneidade máxima provisionada, respectivamente, na seção
Escalabilidade automática de variantes. A Simultaneidade Mínima Provisionada deve ser menor 
ou igual à Simultaneidade Provisionada Mínima.

7. Insira o valor alvo no campo Valor alvo para a métrica alvo,
SageMakerVariantProvisionedConcurrencyUtilization.

8. (Opcional) Insira os valores de escala em resfriamento e redução de resfriamento (em 
segundos) nos campos Escalar em resfriamento e Escalar em resfriamento, respectivamente.

9. (Opcional) Selecione Desativar escalabilidade se você não quiser que o escalonamento 
automático exclua a instância quando o tráfego diminuir.

10. Selecione Save.

Escalabilidade programada

Se o tráfego para seu endpoint sem servidor com simultaneidade provisionada seguir um padrão de 
rotina, talvez você queira programar ações de escalabilidade em horários específicos, para aumentar 
ou reduzir a simultaneidade provisionada. Você pode usar o AWS CLI ou o aplicativo Auto Scaling 
para programar ações de escalabilidade.

Escalabilidade programada (AWS CLI)

Para aplicar uma política de escalabilidade ao modelo, use o comando put-scheduled-action
AWS CLI com os seguintes parâmetros:

• --schedule-action-name – o nome da ação de escalabilidade.

• --schedule – Uma expressão cron que especifica os horários de início e término da ação de 
escalonamento com um cronograma recorrente.

• --resource-id – o identificador do recurso para a variante. Para esse parâmetro, o tipo de 
recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo endpoint/
MyEndpoint/variant/MyVariant.

• --service-namespace – defina este valor como sagemaker.

• --scalable-dimension – defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

• --scalable-target-action – o alvo da ação de escalonamento.
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O seguinte exemplo mostra como adicionar uma ação de escalabilidade nomeada
MyScalingAction a um modelo nomeado MyVariant em uma programação recorrente. Na 
programação especificada (todo dia às 12h15 UTC), se a simultaneidade provisionada atual 
for inferior ao valor especificado para MinCapacity. O aplicativo Auto Scaling expande a 
simultaneidade provisionada para o valor especificado por MinCapacity.

aws application-autoscaling put-scheduled-action \ 
    --scheduled-action-name 'MyScalingAction' \ 
    --schedule 'cron(15 12 * * ? *)' \ 
    --service-namespace sagemaker \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --scalable-target-action 'MinCapacity=10' 
                 

Escalabilidade programada para o aplicativo Auto Scaling

Para aplicar uma política de escalabilidade ao seu modelo, use a ação PutScheduledAction da 
API do aplicativo Auto Scaling com os seguintes parâmetros:

• ScheduleActionName – o nome da ação de escalabilidade.

• Schedule – Uma expressão cron que especifica os horários de início e término da ação de 
escalonamento com um cronograma recorrente.

• ResourceId – o identificador do recurso para a variante. Para esse parâmetro, o tipo de 
recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo endpoint/
MyEndpoint/variant/MyVariant.

• ServiceNamespace – defina este valor como sagemaker.

• ScalableDimension – defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

• ScalableTargetAction – o alvo da ação de escalonamento.

O seguinte exemplo mostra como adicionar uma ação de escalabilidade nomeada
MyScalingAction a um modelo nomeado MyVariant em uma programação recorrente. Na 
programação especificada (todo dia às 12h15 UTC), se a simultaneidade provisionada atual 
for inferior ao valor especificado para MinCapacity. O aplicativo Auto Scaling expande a 
simultaneidade provisionada para o valor especificado por MinCapacity.

POST / HTTP/1.1
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Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.PutScheduledAction
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "ScheduledActionName": "MyScalingAction", 
    "Schedule": "cron(15 12 * * ? *)", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency", 
    "ScalableTargetAction": "MinCapacity=10" 
        } 
    }
} 
                

Excluir uma política de escalabilidade

Você pode excluir uma política de escalabilidade usando o AWS Management Console, AWS CLI 
ou a API do aplicativo Auto Scaling. Para obter mais informações sobre como excluir uma política de 
escalabilidade com o AWS Management Console, consulte Excluir uma política de escalabilidade na
documentação de escalonamento automático do SageMaker.

Excluir uma política de escalabilidade (AWS CLI)

Para aplicar uma política de escalabilidade ao modelo, use o comando delete-scaling-policy
AWS CLI com os seguintes parâmetros:

• --policy-name – o nome da política de escalabilidade.

• --resource-id – o identificador do recurso para a variante. Para esse parâmetro, o tipo de 
recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo endpoint/
MyEndpoint/variant/MyVariant.

• --service-namespace – defina este valor como sagemaker.

• --scalable-dimension – defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.
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O exemplo a seguir exclui a uma política de escalabilidade MyScalingPolicy do modelo chamado
MyVariant.

aws application-autoscaling delete-scaling-policy \ 
    --policy-name MyScalingPolicy \ 
    --service-namespace sagemaker \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant 
             

Exclua uma política de escalabilidade (API do Application Auto Scaling)

Para excluir uma política de escalabilidade ao seu modelo, use a ação DeleteScalingPolicy da 
API do aplicativo Auto Scaling com os seguintes parâmetros:

• PolicyName – o nome da política de escalabilidade.

• ResourceId – o identificador do recurso para a variante. Para esse parâmetro, o tipo de 
recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo endpoint/
MyEndpoint/variant/MyVariant.

• ServiceNamespace – defina este valor como sagemaker.

• ScalableDimension – defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

O seguinte exemplo usa a API do aplicativo Auto Scaling para excluir uma política de escalabilidade 
chamada MyScalingPolicy de um modelo chamado MyVariant.

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.DeleteScalingPolicy
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "PolicyName": "MyScalingPolicy", 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency",
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} 
             

Cancelar o registro de um modelo

Você pode cancelar o registro de um modelo usando o AWS Management Console, AWS CLI ou a 
API do aplicativo Auto Scaling.

Cancelar o registro de um modelo (AWS CLI)

Para cancelar o registro de um modelo do aplicativo Auto Scaling, use deregister-scalable-
target AWS CLI; comando com os seguintes parâmetros:

• --resource-id – o identificador do recurso para a variante. Para esse parâmetro, o tipo de 
recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo endpoint/
MyEndpoint/variant/MyVariant.

• --service-namespace – defina este valor como sagemaker.

• --scalable-dimension – defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

O seguinte exemplo cancela o registro de um modelo chamado MyVariant do aplicativo Auto 
Scaling.

aws application-autoscaling deregister-scalable-target \ 
    --service-namespace sagemaker \ 
    --scalable-dimension sagemaker:variant:DesiredProvisionedConcurrency \ 
    --resource-id endpoint/MyEndpoint/variant/MyVariant 
             

Cancelar o registro de um modelo (API do aplicativo Auto Scaling)

Para cancelar o registro de um modelo do aplicativo Auto Scaling, use a ação
DeregisterScalableTarget da API do aplicativo Auto Scaling com os seguintes parâmetros:

• ResourceId – o identificador do recurso para a variante. Para esse parâmetro, o tipo de 
recurso é endpoint e o identificador exclusivo é o nome da variante. Por exemplo endpoint/
MyEndpoint/variant/MyVariant.

• ServiceNamespace – defina este valor como sagemaker.
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• ScalableDimension – defina este valor como
sagemaker:variant:DesiredProvisionedConcurrency.

O exemplo a seguir usa a API do aplicativo Auto Scaling para cancelar o registro de um modelo 
chamado MyVariant do aplicativo Auto Scaling.

POST / HTTP/1.1
Host: autoscaling.us-east-2.amazonaws.com
Accept-Encoding: identity
X-Amz-Target: AnyScaleFrontendService.DeregisterScalableTarget
X-Amz-Date: 20160506T182145Z
User-Agent: aws-cli/1.10.23 Python/2.7.11 Darwin/15.4.0 botocore/1.4.8
Content-Type: application/x-amz-json-1.1
Authorization: AUTHPARAMS

{ 
    "ServiceNamespace": "sagemaker", 
    "ResourceId": "endpoint/MyEndpoint/variant/MyVariant", 
    "ScalableDimension": "sagemaker:variant:DesiredProvisionedConcurrency",
} 
             

Cancelar o registro de um modelo (AWS Management Console)

Para cancelar o registro de um modelo (variante de produção) com: AWS Management Console

1. Abra o console do Amazon SageMaker.

2. No painel de navegação, escolha Inferência.

3. Escolha Endpoints para ver uma lista dos seus endpoints.

4. Escolha o endpoint sem servidor que hospeda a variante de produção. Uma página com as 
configurações do endpoint será exibida, com as variantes de produção listadas na seção
Configurações de tempo de execução do endpoint.

5. Selecione a variante de produção cujo registro você deseja cancelar e escolha Configurar 
escalonamento automático. A página Configurar escalabilidade automática da variante) é 
exibida.

6. Escolha Cancelar registro de escalabilidade automática.
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Solução de problemas

Se você estiver tendo problemas com a inferência sem servidor, consulte as dicas de solução de 
problemas a seguir.

Problemas de contêiner

Se o contêiner usado para um endpoint sem servidor for o mesmo usado em um endpoint baseado 
em instância, seu contêiner pode não ter permissões para gravar arquivos. Isso pode acontecer por 
um dos seguintes motivos.

• Seu endpoint sem servidor não consegue ser criado ou atualizado devido a uma falha na 
verificação de integridade do ping.

• Os registros do Amazon CloudWatch para o endpoint mostram que o contêiner está falhando ao 
gravar em algum arquivo ou diretório devido a um erro de permissão.

Para corrigir esse problema, você pode tentar adicionar permissões de leitura, gravação e execução 
para other no arquivo ou diretório e, em seguida, reconstruir o contêiner. Execute as seguintes 
etapas para concluir este tutorial:

1. No Dockerfile que você usou para criar seu contêiner, adicione o seguinte comando: RUN 
chmod o+rwX <file or directory name>

2. Reconstrua o contêiner.

3. Carregue a nova imagem no registro do contêiner do Amazon ECR.

4. Tente criar ou atualizar o endpoint sem servidor novamente.

Inferência assíncrona

O Amazon SageMaker Asynchronous Inference é um recurso SageMaker que enfileira as 
solicitações recebidas e as processa de forma assíncrona. Essa opção é ideal para solicitações 
com grandes tamanhos de carga útil (até 1 GB), tempos de processamento longos (até uma hora) 
e requisitos de latência quase em tempo real. A inferência assíncrona permite que você economize 
custos escalando automaticamente a contagem de instâncias para zero quando não há solicitações 
para processar, então você só paga quando seu endpoint está processando solicitações.
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Como funciona

A criação de um endpoint de inferência assíncrona é semelhante à criação de endpoints de 
inferência em tempo real. Você pode usar seus SageMaker modelos existentes e só precisa 
especificar o AsyncInferenceConfig objeto ao criar sua configuração de endpoint com o
EndpointConfig campo na CreateEndpointConfig API. O diagrama seguinte mostra a 
arquitetura e o fluxo de trabalho da inferência assíncrona.

Para invocar o endpoint, você precisa colocar a carga da solicitação no Amazon S3 e fornecer um 
ponteiro para essa carga útil como parte da solicitação InvokeEndpointAsync. Após a invocação, 
coloca a solicitação em SageMaker fila para processamento e retorna um identificador e um local de 
saída como resposta. Após o processamento, SageMaker coloca o resultado no local do Amazon S3. 
Opcionalmente, você pode escolher receber notificações de sucesso ou erro com o Amazon SNS. 
Para obter mais informações sobre como configurar notificações assíncronas, consulte Verifique dos 
resultados da previsão.
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Note

A presença de um objeto de configuração de inferência assíncrona 
(AsyncInferenceConfig) na configuração de endpoint implica que o endpoint só pode 
receber invocações assíncronas.

Como faço para começar?

Se você for um usuário iniciante do Amazon SageMaker Asynchronous Inference, recomendamos 
que você faça o seguinte:

• Leia Criar, invocar e atualizar um endpoint assíncrono para obter informações sobre como criar, 
invocar, atualizar e excluir um endpoint assíncrono.

• Explore o caderno de exemplo de inferência assíncrona no repositório aws/. amazon-sagemaker-
examples GitHub

Observe que, se seu endpoint usar qualquer um dos atributos listados nesta página de Exclusions, 
você não poderá usar a inferência assíncrona.

Criar, invocar e atualizar um endpoint assíncrono

Este guia demonstra os pré-requisitos que você deve satisfazer para criar um endpoint assíncrono, 
além de como criar, invocar e excluir seus endpoints assíncronos. Você pode criar, atualizar, excluir 
e invocar endpoints assíncronos com os SDKs AWS e o Amazon SageMaker Python SDK.

Tópicos

• Pré-requisitos

• Crie um endpoint de inferência assíncrona

• Invocar um endpoint assíncrono

• Atualizar um endpoint assíncrono

• Excluir um endpoint assíncrono

Pré-requisitos

Para usar endpoints assíncronos, primeiro verifique se você atendeu aos pré-requisitos.
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1. Crie uma função do IAM para o Amazon SageMaker.

A inferência assíncrona precisa de acesso ao URI do bucket do Amazon S3. Para facilitar esse 
processo, crie um perfil do IAM que possa executar o SageMaker e tenha permissão para 
acessar o Amazon S3 e o Amazon SNS. Usando essa função, o SageMaker pode ser executado 
em sua conta e acessar seu bucket do Amazon S3 e tópicos do Amazon SNS.

Você pode criar uma função do IAM usando os consoles do IAM, AWS SDK for Python (Boto3) 
ou AWS CLI. Veja a seguir um exemplo de como criar uma função do IAM e anexar as políticas 
necessárias ao console do IAM.

a. Faça login no AWS Management Console e abra o console do IAM em https:// 
console.aws.amazon.com/iam/.

b. No painel de navegação do console do IAM, escolha Funções e, em seguida, Criar função.

c. Em Selecionar tipo de entidade confiável, selecione serviço AWS.

d. Escolha o serviço que você deseja que assuma essa função. Nesse caso, escolha
SageMaker. Então, escolha Próximo: Permissões.

• Isso cria automaticamente uma política do IAM que dá acesso a serviços relacionados 
como Amazon S3, Amazon ECR e CloudWatch Logs.

e. Escolha Próximo: tags.

f. (Opcional) Adicione metadados à função anexando tags como pares de chave-valor. Para 
obter mais informações sobre como usar rótulos no IAM, consulte Recursos de etiquetas do 
IAM.

g. Escolha Próximo: revisar.

h. Digite um Nome da função.

i. Se possível, digite um nome de função ou um sufixo de nome de função. Os nomes de 
função devem ser exclusivos em sua conta AWS. Eles não são diferenciados por letras 
maiúsculas e minúsculas. Por exemplo, não é possível criar funções chamadas PRODROLE
e prodrole. Como outros recursos de AWS podem fazer referência à função, não é 
possível editar o nome da função depois de ela ser criada.

j. (Opcional) Em Descrição da função, digite uma descrição para a nova função.

k. Revise a função e escolha Create role (Criar função).

Anote o ARN da função do SageMaker. Para encontrar o ARN da função usando o console, 
faça o seguinte:
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i. Vá para o console do IAM: https://console.aws.amazon.com/iam/

ii. Selecione Funções.

iii. Pesquise a função que acabou de criar digitando o nome da função no campo de 
pesquisa.

iv. Selecione a função.

v. O ARN do perfil está na parte superior da página Resumo.

2. Adicione permissões do Amazon SageMaker, Amazon S3 e Amazon SNS à sua função do IAM.

Depois que a função for criada, dê permissões ao SageMaker, ao Amazon S3 e, opcionalmente, 
ao Amazon SNS para sua função do IAM.

Escolha Funções no console do IAM. Pesquise a função que você criou digitando o nome da 
função no campo Pesquisa.

a. Escolha sua função.

b. Em seguida, escolha Attach policies (Anexar políticas).

c. A inferência assíncrona do Amazon SageMaker precisa de permissão 
para realizar as seguintes ações: "sagemaker:CreateModel",
"sagemaker:CreateEndpointConfig". "sagemaker:CreateEndpoint" e
"sagemaker:InvokeEndpointAsync".

Essas ações estão incluídas na política AmazonSageMakerFullAccess. Adicione essa 
política à sua função do IAM. Busque AmazonSageMakerFullAccess no campo de
Pesquisa. Selecione AmazonSageMakerFullAccess.

d. Escolha Attach policy (Anexar política).

e. Em seguida, escolha Anexar políticas para adicionar permissões do Amazon S3.

f. Selecione Create Policy (Criar política).

g. Selecione a guia JSON.

h. Adicione a seguinte declaração de política.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "s3:GetObject", 
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                "s3:PutObject", 
                "s3:AbortMultipartUpload", 
                "s3:ListBucket"   
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:s3:::bucket_name/*" 
        } 
    ]
}

i. Escolha Next: Tags (Próximo: tags).

j. Digite o Nome da política.

k. Escolha Create policy (Criar política).

l. Repita as mesmas etapas que você concluiu para adicionar permissões do Amazon S3 para 
adicionar permissões do Amazon SNS. Para a declaração de política, anexe o seguinte:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Action": [ 
                "sns:Publish" 
            ], 
            "Effect": "Allow", 
            "Resource": "arn:aws:sns:<region>:<Account_ID>:<SNS_Topic>" 
        } 
    ]
}

3. Carregue seus dados de inferência (por exemplo, modelo de machine learning, dados de 
exemplo) no Amazon S3.

4. Selecione uma imagem de inferência Docker pré-criada ou crie sua própria imagem do Docker 
de inferência.

O SageMaker fornece contêineres para seus algoritmos integrados e imagens pré-criadas do 
Docker para algumas das estruturas de machine learning mais comuns, como Apache MXNet, 
TensorFlow, PyTorch e Chainer. Para obter uma lista completa das imagens do SageMaker 
disponíveis, consulte Imagens de contêineres de aprendizado profundo disponíveis. Se optar 
por usar um contêiner fornecido pelo SageMaker, aumente o tempo limite do endpoint e os 
tamanhos da carga em relação ao padrão definindo as variáveis de ambiente no contêiner. Para 
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saber como definir as diferentes variáveis de ambiente de cada estrutura, consulte a etapa Criar 
um modelo da criação de um endpoint assíncrono.

Se nenhum dos contêineres existentes do SageMaker atender às suas necessidades e você não 
tiver um contêiner próprio, talvez seja necessário criar um novo contêiner do Docker. Consulte
Usar o próprio código de inferência para obter informações sobre como criar sua imagem do 
Docker.

5. Crie um tópico do Amazon SNS (opcional)

Crie um tópico do Amazon Simple Notification Service (Amazon SNS) que envie notificações 
sobre solicitações que concluíram o processamento. O Amazon SNS é um serviço de notificação 
para aplicativos orientados a mensagens, em que vários assinantes solicitam e recebem 
notificações “push” de mensagens urgentes de uma variedade de protocolos de transporte, 
incluindo HTTP, Amazon SQS e e-mail. Você pode especificar tópicos do Amazon SNS quando 
criar um objeto EndpointConfig ao especificar o AsyncInferenceConfig usando o API
EndpointConfig.

Siga as etapas para criar e assinar um tópico do Amazon SNS.

a. Usando o console do Amazon SNS, crie um tópico. Para obter instruções, consulte Criação 
de um tópico do Amazon SNS no Guia do desenvolvedor do Amazon Simple Notification 
Service.

b. Inscreva-se no tópico. Para obter instruções, consulte Assinatura de um tópico do Amazon 
SNS no Guia do desenvolvedor do Amazon Simple Notification Service.

c. Ao receber um e-mail solicitando que confirme sua assinatura no tópico, confirme a 
assinatura.

d. Anote o nome do recurso da Amazon (ARN) do tópico. O tópico do Amazon SNS que você 
criou é outro recurso na sua conta AWS e tem um ARN exclusivo. O formato do ARN é o 
seguinte:

arn:aws:sns:aws-region:account-id:topic-name

Para obter mais informações sobre o Amazon SNS, consulte o Guia do desenvolvedor do 
Amazon SNS.

Criar, invocar e atualizar um endpoint assíncrono 4430

https://docs.aws.amazon.com/sns/latest/dg/CreateTopic.html
https://docs.aws.amazon.com/sns/latest/dg/CreateTopic.html
https://docs.aws.amazon.com/sns/latest/dg/sns-create-subscribe-endpoint-to-topic.html
https://docs.aws.amazon.com/sns/latest/dg/sns-create-subscribe-endpoint-to-topic.html
https://docs.aws.amazon.com/sns/latest/dg/welcome.html
https://docs.aws.amazon.com/sns/latest/dg/welcome.html


Amazon SageMaker Guia do Desenvolvedor

Crie um endpoint de inferência assíncrona

Crie um endpoint assíncrono da mesma forma que você criaria um endpoint usando os serviços de 
hospedagem do SageMaker:

• Criar um modelo no SageMaker com CreateModel.

• Criar uma configuração de endpoint com CreateEndpointConfig.

• Crie um endpoint HTTPS com CreateEndpoint.

Para criar um endpoint, primeiro você cria um modelo com CreateModel, onde aponta para o 
artefato do modelo e um caminho de registro do Docker (Imagem). Em seguida, você cria uma 
configuração usando CreateEndpointConfig onde especifica um ou mais modelos que foram 
criados usando a API CreateModel para implantação e os recursos que você deseja que o 
SageMaker provisione. Crie um endpoint com CreateEndpoint usando a configuração de 
endpoint especificada na solicitação. Você pode atualizar um endpoint assíncrono com a API
UpdateEndpoint. Envie e receba solicitações de inferência do modelo hospedado no endpoint com
InvokeEndpointAsync. Você pode excluir seus endpoints com a API DeleteEndpoint.

Para obter uma lista completa das imagens do SageMaker disponíveis, consulte Imagens de 
contêineres de aprendizado profundo disponíveis. Consulte Usar o próprio código de inferência para 
obter informações sobre como criar sua imagem do Docker.

Criar um modelo

O exemplo a seguir mostra como criar um usando o AWS SDK for Python (Boto3). As primeiras 
linhas definem:

• sagemaker_client: um objeto cliente de nível inferior do SageMaker que facilita o envio e o 
recebimento de solicitações de serviços AWS.

• sagemaker_role: uma variável de string com nome do recurso da Amazon (ARN) da função do 
IAM do SageMaker.

• aws_region: uma variável de string com o nome da sua região AWS.

import boto3

# Specify your AWS Region
aws_region='<aws_region>'
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# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# Role to give SageMaker permission to access AWS services.
sagemaker_role= "arn:aws:iam::<account>:role/*"

Em seguida, especifique a localização do modelo pré-treinado armazenado no Amazon S3. Neste 
exemplo, usamos um modelo pré-treinado do XGBoost chamado demo-xgboost-model.tar.gz. 
O URI completo do Amazon S3 é armazenado em uma variável de string model_url:

#Create a variable w/ the model S3 URI
s3_bucket = '<your-bucket-name>' # Provide the name of your S3 bucket
bucket_prefix='saved_models'
model_s3_key = f"{bucket_prefix}/demo-xgboost-model.tar.gz"

#Specify S3 bucket w/ model
model_url = f"s3://{s3_bucket}/{model_s3_key}"

Especifique um contêiner primário. Para o contêiner principal, você especifica a imagem do Docker 
que contém o código de inferência, os artefatos (do treinamento anterior) e um mapa do ambiente 
personalizado que o código de inferência usa quando você implanta o modelo para previsões.

Neste exemplo, especificamos uma imagem de contêiner do algoritmo integrado do XGBoost:

from sagemaker import image_uris

# Specify an AWS container image.  
container = image_uris.retrieve(region=aws_region, framework='xgboost', 
 version='0.90-1')

Criar um modelo no Amazon SageMaker com CreateModel. Especifique o seguinte:

• ModelName: um nome para seu modelo (neste exemplo, ele é armazenado como uma variável de 
string chamada model_name).

• ExecutionRoleArn: O nome do recurso da Amazon (ARN) da função do IAM que o Amazon 
SageMaker pode assumir para acessar artefatos do modelo e imagens do Docker para 
implantação em instâncias de computação de ML ou para trabalhos de transformação de lotes.

• PrimaryContainer: A localização da imagem do Docker primária que contém código de 
inferência, artefatos associados e mapas de ambiente personalizado usado pelo código de 
inferência quando o modelo é implantado para previsões.
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model_name = '<The_name_of_the_model>'

#Create model
create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    PrimaryContainer = { 
        'Image': container, 
        'ModelDataUrl': model_url, 
    })

Consulte a descrição CreateModel no Guia de referência da API SageMaker para obter uma lista 
completa dos parâmetros de API.

Se estiver usando um contêiner fornecido pelo SageMaker, poderá aumentar o tempo limite do 
servidor do modelo e os tamanhos da carga útil dos valores padrão para os máximos suportados 
pela estrutura definindo variáveis de ambiente nesta etapa. Talvez você não consiga aproveitar o 
tempo limite máximo e os tamanhos de carga que a inferência assíncrona suporta se não definir 
explicitamente essas variáveis. O exemplo a seguir mostra como você pode definir as variáveis de 
ambiente para um contêiner de inferência do PyTorch baseado no TorchServe.

model_name = '<The_name_of_the_model>'

#Create model
create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    PrimaryContainer = { 
        'Image': container, 
        'ModelDataUrl': model_url, 
        'Environment': { 
            'TS_MAX_REQUEST_SIZE': '100000000', 
            'TS_MAX_RESPONSE_SIZE': '100000000', 
            'TS_DEFAULT_RESPONSE_TIMEOUT': '1000' 
        }, 
    })

Quando terminar de criar seu endpoint, verifique se definiu as variáveis de ambiente corretamente 
imprimindo-as do seu script inference.py. A tabela a seguir lista as variáveis de ambiente de uma 
série de estruturas que você pode definir para alterar os valores padrão.

Criar, invocar e atualizar um endpoint assíncrono 4433

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html


Amazon SageMaker Guia do Desenvolvedor

Framework Variáveis de ambiente

PyTorch 1.8 (baseado no TorchServe) 'TS_MAX_REQUEST_SIZE': '100000000'

'TS_MAX_RESPONSE_SIZE': '100000000'

'TS_DEFAULT_RESPONSE_TIMEOUT': '1000'

PyTorch 1.4 (baseado em MMS) 'MMS_MAX_REQUEST_SIZE': '1000000000'

'MMS_MAX_RESPONSE_SIZE': '1000000000'

'MMS_DEFAULT_RESPONSE_TIMEOUT': 
'900'

Contêiner de inferência HuggingFace (baseado 
em MMS)

'MMS_MAX_REQUEST_SIZE': '2000000000'

'MMS_MAX_RESPONSE_SIZE': '2000000000'

'MMS_DEFAULT_RESPONSE_TIMEOUT': 
'900'

Criar uma configuração de endpoint

Quando tiver um modelo, crie uma configuração de endpoint com CreateEndpointConfig. Os 
serviços de hospedagem do Amazon SageMaker usam esta configuração para implantar modelos. 
Na configuração, você identifica um ou mais modelos, criados usando a API CreateModel, para 
implantar os recursos que você deseja que o Amazon SageMaker provisione. Especifique o objeto
AsyncInferenceConfig e forneça uma localização de saída do Amazon S3 para OutputConfig. 
Opcionalmente, você pode especificar tópicos do Amazon SNS sobre os quais enviar notificações 
sobre os resultados da previsão. Para obter mais informações sobre tópicos do Amazon SNS, 
consulte o Configurando o Amazon SNS.

O exemplo a seguir mostra como criar uma configuração de endpoint usando AWS SDK for Python 
(Boto3):

import datetime
from time import gmtime, strftime

# Create an endpoint config name. Here we create one based on the date   

Criar, invocar e atualizar um endpoint assíncrono 4434

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html
https://docs.aws.amazon.com/sns/latest/dg/welcome.html
https://docs.aws.amazon.com/sns/latest/dg/sns-configuring.html


Amazon SageMaker Guia do Desenvolvedor

# so it we can search endpoints based on creation time.
endpoint_config_name = f"XGBoostEndpointConfig-{strftime('%Y-%m-%d-%H-%M-%S', 
 gmtime())}"

# The name of the model that you want to host. This is the name that you specified when 
 creating the model.
model_name='<The_name_of_your_model>'

create_endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, # You will specify this name in a 
 CreateEndpoint request. 
    # List of ProductionVariant objects, one for each model that you want to host at 
 this endpoint. 
    ProductionVariants=[ 
        { 
            "VariantName": "variant1", # The name of the production variant. 
            "ModelName": model_name,  
            "InstanceType": "ml.m5.xlarge", # Specify the compute instance type. 
            "InitialInstanceCount": 1 # Number of instances to launch initially. 
        } 
    ], 
    AsyncInferenceConfig={ 
        "OutputConfig": { 
            # Location to upload response outputs when no location is provided in the 
 request. 
            "S3OutputPath": f"s3://{s3_bucket}/{bucket_prefix}/output" 
            # (Optional) specify Amazon SNS topics 
            "NotificationConfig": { 
                "SuccessTopic": "arn:aws:sns:aws-region:account-id:topic-name", 
                "ErrorTopic": "arn:aws:sns:aws-region:account-id:topic-name", 
            } 
        }, 
        "ClientConfig": { 
            # (Optional) Specify the max number of inflight invocations per instance 
            # If no value is provided, Amazon SageMaker will choose an optimal value 
 for you 
            "MaxConcurrentInvocationsPerInstance": 4 
        } 
    }
)

print(f"Created EndpointConfig: 
 {create_endpoint_config_response['EndpointConfigArn']}")
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No exemplo acima mencionado, você especifica as seguintes chaves para OutputConfig no 
campo AsyncInferenceConfig:

• S3OutputPath: Local para fazer upload das saídas de resposta quando nenhum local é fornecido 
na solicitação.

• NotificationConfig: (Opcional) Tópicos do SNS que publicam notificações para você quando 
uma solicitação de inferência é bem-sucedida (SuccessTopic) ou falha (ErrorTopic).

Você também pode especificar o seguinte argumento opcional para ClientConfig no campo
AsyncInferenceConfig:

• MaxConcurrentInvocationsPerInstance: O número máximo de solicitações simultâneas 
enviadas pelo cliente do SageMaker ao contêiner do modelo.

Criar endpoint

Quando tiver seu modelo e configuração de endpoint, use a API CreateEndpoint para criar seu 
endpoint. O nome do endpoint deve ser exclusivo em uma Região AWS na sua conta AWS.

O seguinte cria um endpoint usando a configuração do endpoint especificada na solicitação. O 
Amazon SageMaker usa o endpoint para provisionar recursos e implantar modelos.

# The name of the endpoint.The name must be unique within an AWS Region in your AWS 
 account.
endpoint_name = '<endpoint-name>' 

# The name of the endpoint configuration associated with this endpoint.
endpoint_config_name='<endpoint-config-name>'

create_endpoint_response = sagemaker_client.create_endpoint( 
                                            EndpointName=endpoint_name,  
                                            EndpointConfigName=endpoint_config_name) 

Quando você chama a API CreateEndpoint, o Amazon SageMaker Asynchronous Inference 
envia uma notificação de teste para verificar se você configurou um tópico do Amazon SNS. O 
Amazon SageMaker Asynchronous Inference também envia notificações de teste após chamadas 
para UpdateEndpoint e UpdateEndpointWeightsAndCapacities. Isso possibilita que o 
SageMaker verifique se você tem as permissões necessárias. A notificação pode simplesmente ser 
ignorada. A notificação do teste tem o seguinte formato:
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{ 
    "eventVersion":"1.0", 
    "eventSource":"aws:sagemaker", 
    "eventName":"TestNotification"
}

Invocar um endpoint assíncrono

Obtenha inferências do modelo hospedado em seu endpoint assíncrono com
InvokeEndpointAsync.

Note

Faça o upload de seus dados de inferência (por exemplo, modelo de machine learning, 
dados de amostra) para o Amazon S3 se ainda não tiver feito.

: A localização da imagem do Docker primária que contém código de inferência, artefatos associados 
e mapas de ambiente personalizado usado pelo código de inferência quando o modelo é implantado 
para previsões.

• Para InputLocation, especifique a localização dos seus dados de inferência.

• Para EndpointName, especifique o nome do seu endpoint.

• (Opcional) Para InvocationTimeoutSeconds, defina o tempo limite máximo para as 
solicitações. Você pode definir esse valor para um máximo de 3600 segundos (uma hora) por 
solicitação. Se não especificar esse campo em sua solicitação, por padrão a solicitação expirará 
em 15 minutos.

# Create a low-level client representing Amazon SageMaker Runtime
sagemaker_runtime = boto3.client("sagemaker-runtime", region_name=<aws_region>)

# Specify the location of the input. Here, a single SVM sample
input_location = "s3://bucket-name/test_point_0.libsvm"

# The name of the endpoint. The name must be unique within an AWS Region in your AWS 
 account.  
endpoint_name='<endpoint-name>'
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# After you deploy a model into production using SageMaker hosting  
# services, your client applications use this API to get inferences  
# from the model hosted at the specified endpoint.
response = sagemaker_runtime.invoke_endpoint_async( 
                            EndpointName=endpoint_name,  
                            InputLocation=input_location, 
                            InvocationTimeoutSeconds=3600)

Você recebe uma resposta como uma string JSON com seu ID de solicitação e o nome do bucket do 
Amazon S3 que terá a resposta à chamada da API após o processamento.

Atualizar um endpoint assíncrono

Atualize um endpoint assíncrono com a API UpdateEndpoint. Quando você atualiza um endpoint, 
o SageMaker primeiro provisiona e alterna para a nova configuração de endpoint especificada antes 
de excluir os recursos que foram provisionados na configuração anterior do endpoint. Não exclua 
um EndpointConfig com um endpoint ativo ou enquanto as operações UpdateEndpoint ou
CreateEndpoint estão sendo executadas no endpoint.

# The name of the endpoint. The name must be unique within an AWS Region in your AWS 
 account.
endpoint_name='<endpoint-name>'

# The name of the endpoint configuration associated with this endpoint.
endpoint_config_name='<endpoint-config-name>'

sagemaker_client.update_endpoint( 
                                EndpointConfigName=endpoint_config_name, 
                                EndpointName=endpoint_name 
                                )

Quando o Amazon SageMaker recebe a solicitação, ele define o status do endpoint como
Atualizando. Depois de atualizar o endpoint assíncrono, ele define o status como InService. Para 
verificar o status de um endpoint, use a API DescribeEndpoint. Para ver uma lista completa dos 
parâmetros que você pode especificar ao atualizar um endpoint, consulte a API UpdateEndpoint.

Excluir um endpoint assíncrono

Exclua um endpoint assíncrono da mesma forma que você excluiria um endpoint hospedado 
pelo SageMaker com a API DeleteEndpoint. Especifique o nome do endpoint assíncrono a 
ser excluído. Quando você excluir um endpoint, o SageMaker libera todos os recursos que foram 
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implantados quando o endpoint foi criado. Excluir um modelo não exclui os artefatos, o código de 
inferência ou a função do IAM do modelo que você especificou ao criar o modelo.

Exclua seu modelo do SageMaker com a API DeleteModel ou com o console do SageMaker.

Boto3

import boto3  

# Create a low-level SageMaker service client.
sagemaker_client = boto3.client('sagemaker', region_name=<aws_region>)
sagemaker_client.delete_endpoint(EndpointName='<endpoint-name>')

SageMaker console

1. Navegue para o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Expanda a lista suspensa Inferência.

3. Selecione Endpoints.

4. Pesquise endpoint na barra de pesquisa Endpoints de pesquisa.

5. Selecione oseu endpoint .

6. Escolha Delete (Excluir).

Além de excluir o endpoint assíncrono, talvez você queira limpar outros recursos que foram usados 
para criar o endpoint, como o repositório Amazon ECR (se você criou uma imagem de inferência 
personalizada), o modelo SageMaker e a própria configuração do endpoint assíncrono.

Monitore o endpoint assíncrono

Você pode monitorar o SageMaker Studio usando o Amazon CloudWatch, que coleta dados brutos 
e os processa em métricas legíveis quase em tempo real. Como Amazon CloudWatch, você pode 
acessar as informações históricas e ter uma perspectiva melhor sobre o desempenho do aplicativo 
web ou o do serviço. Para obter mais informações sobre o Amazon CloudWatch, consulte O que é o 
Amazon CloudWatch?

Monitoramento com CloudWatch

As métricas abaixo são uma lista completa de métricas para endpoints assíncronos e estão no 
namespace AWS/SageMaker. Qualquer métrica não listada abaixo não será publicada se o endpoint 
estiver habilitado para inferência assíncrona. Essas métricas incluem (mas não estão limitadas a):
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• OverheadLatency

• Invocações

• InvocationsPerInstance

Métricas comuns de endpoint

Essas métricas são as mesmas publicadas hoje para endpoints em tempo real. Para obter 
mais informações sobre outras métricas no Amazon CloudWatch, consulte Monitorar o Amazon 
SageMaker com o Amazon CloudWatch.

Nome da métrica Descrição Unidade/Estatísticas

Invocation4XXErrors O número de solicitações em 
que o modelo retornou um 
código de resposta HTTP 4xx. 
Para cada resposta 4xx, 1 é 
enviado; caso contrário, 0 é 
enviado.

Unidades: nenhuma

Estatísticas válidas: média e 
soma

Invocation5XXErrors O número de solicitações do 
InvokeEndpoint em que o 
modelo retornou um código de 
resposta HTTP 5xx. Para cada 
resposta 5xx, 1 é enviado; 
caso contrário, 0 é enviado.

Unidades: nenhuma

Estatísticas válidas: média e 
soma

ModelLatency O intervalo de tempo 
necessário para que um 
modelo responda, conforme 
visualizado a partir do 
SageMaker. Esse intervalo 
inclui os tempos de comunicaç 
ão locais necessários para 
enviar a solicitação e buscar a 
resposta do contêiner de um 
modelo, bem como o tempo 

Unidade: microssegundos

Estatísticas válidas: média, 
soma, mín., máx., contagem 
de amostras
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Nome da métrica Descrição Unidade/Estatísticas

gasto para concluir a inferênci 
a no contêiner.

Métricas de endpoint de inferência assíncrona

Essas métricas são publicadas para endpoints habilitados para inferência assíncrona. Todas as 
métricas a seguir são publicadas com uma dimensão EndpointName.

Nome da métrica Descrição Unidade/Estatísticas

ApproximateBacklog 
Size

O número de itens na fila de 
um endpoint que estão sendo 
processados no momento 
ou que ainda precisam ser 
processados.

Unidade: contagem

Estatísticas válidas: média, 
máxima e mínima.

ApproximateBacklog 
SizePerInstance

Número de itens na fila 
dividido pelo número de 
instâncias atrás de um 
endpoint. Essa métrica é 
usada principalmente para 
configurar o escalonamento 
automático de aplicativos para 
um endpoint habilitado para 
assíncrono.

Unidade: contagem

Estatísticas válidas: média, 
máxima e mínima.

ApproximateAgeOfOl 
destRequest

Idade da solicitação mais 
antiga na fila.

Unidade: segundos

Estatísticas válidas: média, 
máxima e mínima.

HasBacklogWithoutC 
apacity

O valor dessa métrica é 1
quando há solicitações na fila, 
mas nenhuma instância atrás 
do endpoint. O valor é 0 em 
todos os outros momentos. 

Unidade: contagem

Estatística válida: média
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Nome da métrica Descrição Unidade/Estatísticas

Você pode usar essa métrica 
para escalar automaticamente 
seu endpoint a partir de zero 
instâncias ao receber uma 
nova solicitação na fila.

Todas as métricas a seguir são publicadas com as dimensões EndpointName e VariantName.

Nome da métrica Descrição Unidade/Estatísticas

RequestDownloadFai 
lures

Quando ocorre uma falha 
de inferência devido a um 
problema no download da 
solicitação do Amazon S3.

Unidade: contagem

Estatística válida: soma

ResponseUploadFail 
ures

Quando ocorre uma falha 
de inferência devido a um 
problema no upload da 
resposta para o Amazon S3.

Unidade: contagem

Estatística válida: soma

NotificationFailures Quando ocorreu um problema 
ao publicar notificações.

Unidade: contagem

Estatística válida: soma

RequestDownloadLat 
ency

Tempo total para fazer 
download da carga da solicitaç 
ão.

Unidade: microssegundos

Estatísticas válidas: média, 
soma, mín., máx., contagem 
de amostras

ResponseUploadLate 
ncy

Tempo total para carregar a 
carga útil da resposta.

Unidade: microssegundos

Estatísticas válidas: média, 
soma, mín., máx., contagem 
de amostras
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Nome da métrica Descrição Unidade/Estatísticas

ExpiredRequests Número de solicitações na fila 
com falha devido ao alcance 
da TTL de solicitação especific 
ada.

Unidade: contagem

Estatística válida: soma

InvocationFailures Se uma invocação falhar por 
qualquer motivo.

Unidade: contagem

Estatística válida: soma

InvocationsProcess 
sed

Número de invocações 
assíncronas processadas pelo 
endpoint.

Unidade: contagem

Estatística válida: soma

TimeInBacklog Tempo total em que a solicitaç 
ão ficou na fila antes de ser 
processada. Isso não inclui o 
tempo real de processamento 
(ou seja, tempo de download, 
tempo de upload, latência do 
modelo).

Unidade: milissegundos

Estatísticas válidas: média, 
soma, mín., máx., contagem 
de amostras

TotalProcessingTime O horário em que a solicitação 
de inferência foi recebida pelo 
SageMaker até o momento 
em que o processo da 
solicitação foi concluído. Isso 
inclui o tempo no backlog e o 
tempo para carregar e enviar 
notificações de resposta, se 
houver.

Unidade: milissegundos

Estatísticas válidas: média, 
soma, mín., máx., contagem 
de amostras

A inferência assíncrona do Amazon SageMaker também inclui métricas em nível de host. Para obter 
informações sobre métricas em nível de host, consulte SageMaker Jobs and Endpoint Metrics.
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Logs

Além dos modelos de log de contêiner que são publicados no Amazon CloudWatch na sua conta, 
você também recebe um log de nova plataforma para rastrear e depurar solicitações de inferência.

Os novos logs são publicados no Grupo de logs do Endpoint:

/aws/sagemaker/Endpoints/[EndpointName]

O nome do stream de logs consiste de:

[production-variant-name]/[instance-id]/data-log.

Linhas de log contêm a ID de inferência da solicitação para que os erros possam ser facilmente 
mapeados para uma solicitação específica.

Verifique dos resultados da previsão

Há várias maneiras de verificar resultados das previsões do endpoint assíncrono. Algumas opções 
são:

1. Tópicos do Amazon SNS.

2. Verifique se há saídas em seu bucket do Amazon S3.

Tópicos do Amazon SNS

O Amazon SNS é um serviço de notificação para aplicativos orientados a mensagens, em que vários 
assinantes solicitam e recebem notificações “push” de mensagens urgentes de uma variedade de 
protocolos de transporte, incluindo HTTP, Amazon SQS e e-mail. A inferência assíncrona do Amazon 
SageMaker publica notificações quando você cria um endpoint com CreateEndpointConfig e 
especifica um tópico do Amazon SNS.

Note

Para receber notificações do Amazon SNS, sua Função do IAM deve ter permissões
sns:Publish. Consulte o Pré-requisitos para obter informações sobre os requisitos que 
você deve satisfazer para usar a inferência assíncrona.
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Para usar o Amazon SNS para verificar os resultados de previsão do seu endpoint assíncrono, 
primeiro você precisa criar um tópico, assinar o tópico, confirmar sua assinatura no tópico e anotar 
o nome do recurso da Amazon (ARN) desse tópico. Para obter informações detalhadas sobre como 
criar, assinar e encontrar o Amazon ARN de um tópico do Amazon SNS, consulte Configurando o 
Amazon SNS.

Forneça o(s) ARN(s) do tópico do Amazon SNS no campo AsyncInferenceConfig ao criar uma 
configuração de endpoint com CreateEndpointConfig. Você pode especificar um Amazon SNS
ErrorTopic e um SuccessTopic.

import boto3

sagemaker_client = boto3.client('sagemaker', region_name=<aws_region>)

sagemaker_client.create_endpoint_config( 
    EndpointConfigName=<endpoint_config_name>, # You specify this name in a 
 CreateEndpoint request. 
    # List of ProductionVariant objects, one for each model that you want to host at 
 this endpoint. 
    ProductionVariants=[ 
        { 
            "VariantName": "variant1", # The name of the production variant. 
            "ModelName": "model_name",  
            "InstanceType": "ml.m5.xlarge", # Specify the compute instance type. 
            "InitialInstanceCount": 1 # Number of instances to launch initially. 
        } 
    ], 
    AsyncInferenceConfig={ 
        "OutputConfig": { 
            # Location to upload response outputs when no location is provided in the 
 request. 
            "S3OutputPath": "s3://<bucket>/<output_directory>" 
            "NotificationConfig": { 
                "SuccessTopic": "arn:aws:sns:aws-region:account-id:topic-name", 
                "ErrorTopic": "arn:aws:sns:aws-region:account-id:topic-name", 
            } 
        } 
    }
)

Depois de criar seu endpoint e invocá-lo, você recebe uma notificação do seu tópico do Amazon 
SNS. Por exemplo, se você se inscreveu para receber notificações por e-mail do seu tópico, 
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receberá uma notificação por e-mail toda vez que invocar seu endpoint. O exemplo a seguir mostra o 
conteúdo JSON de uma notificação por e-mail de invocação bem-sucedida.

{ 
   "awsRegion":"us-east-1", 
   "eventTime":"2022-01-25T22:46:00.608Z", 
   "receivedTime":"2022-01-25T22:46:00.455Z", 
   "invocationStatus":"Completed", 
   "requestParameters":{ 
      "contentType":"text/csv", 
      "endpointName":"<example-endpoint>", 
      "inputLocation":"s3://<bucket>/<input-directory>/input-data.csv" 
   }, 
   "responseParameters":{ 
      "contentType":"text/csv; charset=utf-8", 
      "outputLocation":"s3://<bucket>/<output_directory>/prediction.out" 
   }, 
   "inferenceId":"11111111-2222-3333-4444-555555555555",  
   "eventVersion":"1.0", 
   "eventSource":"aws:sagemaker", 
   "eventName":"InferenceResult"
}

Verifique seu bucket S3

Quando você invoca um endpoint com InvokeEndpointAsync, ele retorna um objeto de resposta. 
Você pode usar o objeto de resposta para obter o URI do Amazon S3 em que sua saída foi 
armazenada. Com o local de saída, você pode usar SageMaker Python SDK e SageMaker Session 
Class para verificar programaticamente uma saída.

O seguinte armazena o dicionário de saída de InvokeEndpointAsync como uma variável 
chamada resposta. Com a variável de resposta, você obtém o URI de saída do Amazon S3 e o 
armazena como uma variável de string chamada output_location.

import uuid
import boto3

sagemaker_runtime = boto3.client("sagemaker-runtime", region_name=<aws_region>)

# Specify the S3 URI of the input. Here, a single SVM sample
input_location = "s3://bucket-name/test_point_0.libsvm"  
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response = sagemaker_runtime.invoke_endpoint_async( 
    EndpointName='<endpoint-name>', 
    InputLocation=input_location, 
    InferenceId=str(uuid.uuid4()),  
    ContentType="text/libsvm" #Specify the content type of your data
)

output_location = response['OutputLocation']
print(f"OutputLocation: {output_location}")

Para obter informações sobre os tipos de conteúdo compatíveis, consulte Formatos de dados 
comuns para inferência.

Com o local de saída do Amazon S3, você pode então usar uma SageMaker Session Class do 
SageMaker Python SDK para ler os arquivos do Amazon S3. O exemplo de código a seguir mostra 
como criar uma função (get_ouput) que tentativas repetidas de ler um arquivo do local de saída do 
Amazon S3:

import sagemaker
import urllib, time
from botocore.exceptions import ClientError

sagemaker_session = sagemaker.session.Session()

def get_output(output_location): 
    output_url = urllib.parse.urlparse(output_location) 
    bucket = output_url.netloc 
    key = output_url.path[1:] 
    while True: 
        try: 
            return sagemaker_session.read_s3_file( 
                                        bucket=output_url.netloc,  
                                        key_prefix=output_url.path[1:]) 
        except ClientError as e: 
            if e.response['Error']['Code'] == 'NoSuchKey': 
                print("waiting for output...") 
                time.sleep(2) 
                continue 
            raise 
             
output = get_output(output_location)
print(f"Output: {output}")
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Escalabilidade automática de um endpoint assíncrono

O Amazon SageMaker oferece suporte ao ajuste de escala automática (Auto Scaling) do seu 
endpoint assíncrono. A escalabilidade automática ajusta dinamicamente o número de instâncias 
provisionadas para um modelo em resposta às alterações na carga de trabalho. Ao contrário de 
outros modelos hospedados compatíveis com o Amazon SageMaker, com a inferência assíncrona 
você também pode reduzir a escala de suas instâncias de endpoints assíncronos para zero. As 
solicitações recebidas quando há zero instâncias na fila para processamento quando o endpoint 
aumenta a escala verticalmente.

Para escalar automaticamente seu endpoint assíncrono, você deve, no mínimo:

• Registrar um modelo implantado (variante de produção).

• Definir uma política de escalabilidade

• Aplicar a política de auto scaling automático.

Antes de poder usar o auto scaling, você já deve ter implantado um modelo para um endpoint do 
SageMaker. Os modelos implantados são referidos como uma variante de produção. Consulte
Implantar o modelo nos serviços de hospedagem do SageMaker para obter mais informações sobre 
a implantação de modelo em um endpoint. Para especificar as métricas e os valores de destino 
de uma política de escalabilidade, você deve configurar uma política de escalabilidade. Para mais 
informações sobre como definir uma política de escalabilidade, consulte Definindo uma política 
de escalabilidade. Depois de registrar o modelo e definir uma política de escalabilidade, aplique a 
política de escalabilidade ao modelo registrado. Para mais informações sobre como aplicar uma 
política de escalabilidade, consulte Aplicar uma política de escalabilidade.

Para obter mais informações sobre como definir uma política de escalabilidade adicional opcional 
que aumenta a escala do seu endpoint ao receber uma solicitação após seu endpoint ter sido 
reduzido para zero, consulte Opcional: defina uma política de escalabilidade verticalmente de zero 
para novas solicitações. Se você não especificar essa política opcional, seu endpoint só iniciará o 
aumento da escala verticalmente a partir de zero depois que o número de solicitações de backlog 
exceder o valor de rastreamento de destino.

Para obter detalhes sobre outros pré-requisitos e componentes usados com dimensionamento 
automático, consulte a seção de Pré-requisitos na documentação de Auto Scaling do SageMaker.
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Note

Se você anexar várias políticas de escalabilidade ao mesmo grupo do AutoScaling, você 
pode ter conflitos de escalabilidade. Quando ocorre um conflito, o Amazon EC2 Auto 
Scaling escolhe a política que provisiona a maior capacidade tanto para aumentar a escala 
horizontalmente e para reduzir a escala horizontalmente. Para obter mais informações sobre 
esse comportamento, consulte Várias políticas de escalabilidade dinâmica na documentação 
do Amazon EC2 Auto Scaling.

Definir uma política de escalabilidade

Para especificar as métricas e os valores de destino de uma política de escalabilidade, você 
precisa configurar uma política de escalabilidade de rastreamento de destino. Defina a política de 
escalabilidade como um bloco JSON em um arquivo de texto. Você pode usar esse arquivo de texto 
ao invocar a AWS CLI ou a API do Application Auto Scaling. Para mais informações sobre a sintaxe 
de configurações de política, consulte TargetTrackingScalingPolicyConfiguration na 
Referência de API de Auto Scaling do Aplicativo.

Para endpoints assíncronos, o SageMaker recomenda enfaticamente que você crie uma 
configuração de política para escalar o rastreamento de destino para uma variante. Neste exemplo 
de configuração, usamos uma métrica personalizada, CustomizedMetricSpecification, 
chamada de ApproximateBacklogSizePerInstance.

TargetTrackingScalingPolicyConfiguration={ 
        'TargetValue': 5.0, # The target value for the metric. Here the metric is: 
 ApproximateBacklogSizePerInstance 
        'CustomizedMetricSpecification': { 
            'MetricName': 'ApproximateBacklogSizePerInstance', 
            'Namespace': 'AWS/SageMaker', 
            'Dimensions': [ 
                {'Name': 'EndpointName', 'Value': <endpoint_name> } 
            ], 
            'Statistic': 'Average', 
        } 
    }             
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Defina uma política de escalabilidade dimensionada para zero

Veja a seguir como definir e registrar sua variante de endpoint com o dimensionamento automático 
do aplicativo usando o AWS SDK for Python (Boto3). Depois de definir um objeto cliente de baixo 
nível representando o dimensionamento automático do aplicativo com o Boto3, usamos o método
RegisterScalableTarget para registrar a variante de produção. Configuramos MinCapacity
como 0 porque a inferência assíncrona permite a escalabilidade automática para 0 quando não há 
solicitações para processar.

# Common class representing application autoscaling for SageMaker  
client = boto3.client('application-autoscaling')  

# This is the format in which application autoscaling references the endpoint
resource_id='endpoint/' + <endpoint_name> + '/variant/' + <'variant1'> 

# Define and register your endpoint variant
response = client.register_scalable_target( 
    ServiceNamespace='sagemaker',  
    ResourceId=resource_id, 
    ScalableDimension='sagemaker:variant:DesiredInstanceCount', # The number of EC2 
 instances for your Amazon SageMaker model endpoint variant. 
    MinCapacity=0, 
    MaxCapacity=5
)

Para obter uma descrição detalhada sobre a API com dimensionamento automático de aplicativos, 
consulte a documentação do Escalonamento de Aplicativos Boto3.

Opcional: defina uma política de escalabilidade verticalmente de zero para novas 
solicitações

Você pode ter um caso de uso em que tenha solicitações esporádicas ou períodos com baixo 
número de solicitações. Se a escala do seu endpoint tiver sido reduzida verticalmente para zero 
instâncias durante esses períodos, ele não aumentará a escala verticalmente outra vez até que o 
número de solicitações na fila exceda a meta especificada em sua política de escalabilidade. Isso 
pode resultar em longos tempos de espera para solicitações na fila. A seção a seguir mostra como 
criar uma política de escalabilidade adicional que escale seu endpoint a partir de zero instâncias 
após receber qualquer nova solicitação na fila. Seu endpoint poderá responder a novas solicitações 
mais rapidamente, em vez de esperar que o tamanho da fila exceda a meta.
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Para criar uma política de escalabilidade para seu endpoint que aumente a escala verticalmente a 
partir de zero instâncias, faça o seguinte:

1. Crie uma política de escalabilidade que defina o comportamento desejado, que é escalar seu 
endpoint quando ele está em zero instâncias, mas tem solicitações na fila. A seguir, mostramos 
como definir uma política de escalabilidade chamada de HasBacklogWithoutCapacity-
ScalingPolicy usando o AWS SDK for Python (Boto3). Quando a fila é maior que zero e a 
contagem de instâncias atuais do seu endpoint também é zero, a política aumenta seu endpoint. 
Em todos os outros casos, a política não afeta o escalonamento do seu endpoint.

response = client.put_scaling_policy( 
    PolicyName="HasBacklogWithoutCapacity-ScalingPolicy", 
    ServiceNamespace="sagemaker",  # The namespace of the service that provides the 
 resource. 
    ResourceId=resource_id,  # Endpoint name 
    ScalableDimension="sagemaker:variant:DesiredInstanceCount",  # SageMaker 
 supports only Instance Count 
    PolicyType="StepScaling",  # 'StepScaling' or 'TargetTrackingScaling' 
    StepScalingPolicyConfiguration={ 
        "AdjustmentType": "ChangeInCapacity", # Specifies whether the 
 ScalingAdjustment value in the StepAdjustment property is an absolute number or a 
 percentage of the current capacity.  
        "MetricAggregationType": "Average", # The aggregation type for the 
 CloudWatch metrics. 
        "Cooldown": 300, # The amount of time, in seconds, to wait for a previous 
 scaling activity to take effect.  
        "StepAdjustments": # A set of adjustments that enable you to scale based on 
 the size of the alarm breach. 
        [  
            { 
              "MetricIntervalLowerBound": 0, 
              "ScalingAdjustment": 1 
            } 
          ] 
    },     
)

2. Crie um alarme do CloudWatch com a métrica personalizada HasBacklogWithoutCapacity. 
Quando acionado, o alarme inicia a política de escalabilidade definida anteriormente. Para obter 
mais informações sobre métricas do HasBacklogWithoutCapacity, consulte Métricas de 
endpoint de inferência assíncrona.
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response = cw_client.put_metric_alarm( 
    AlarmName=step_scaling_policy_alarm_name, 
    MetricName='HasBacklogWithoutCapacity', 
    Namespace='AWS/SageMaker', 
    Statistic='Average', 
    EvaluationPeriods= 2, 
    DatapointsToAlarm= 2, 
    Threshold= 1, 
    ComparisonOperator='GreaterThanOrEqualToThreshold', 
    TreatMissingData='missing', 
    Dimensions=[ 
        { 'Name':'EndpointName', 'Value':endpoint_name }, 
    ], 
    Period= 60, 
    AlarmActions=[step_scaling_policy_arn]
)

Agora você deve ter uma política de escalabilidade e um alarme do CloudWatch que escalem seu 
endpoint a partir de zero instâncias sempre que a sua fila tiver solicitações pendentes.

Solução de problemas

As perguntas frequentes a seguir podem ajudá-lo a solucionar problemas com seus endpoints 
Amazon SageMaker Asynchronous Inference.

P: Eu tenho o dimensionamento automático ativado. Como posso encontrar a contagem de 
instâncias atrás do endpoint em um determinado ponto?

É possível usar os métodos abaixo para encontrar a contagem de instâncias por trás do endpoint:

• Você pode usar a SageMaker DescribeEndpointAPI para descrever o número de instâncias por 
trás do endpoint em um determinado momento.

• Você pode obter a contagem de instâncias visualizando suas CloudWatch métricas da Amazon. 
Veja as métricas de suas instâncias de endpoint, como, por exemplo, CPUUtilization ou
MemoryUtilization, e verifique a estatística de contagem de exemplos por um período de 
1 minuto. A contagem deve ser igual ao número de instâncias ativas. A captura de tela a seguir 
mostra a CPUUtilization métrica representada graficamente no CloudWatch console, em que 
a Estatística está definidaSample count, o Período está definido como e a 1 minute contagem 
resultante é 5.
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P: Quais são as variáveis de ambiente ajustáveis comuns para SageMaker contêineres?

As tabelas a seguir descrevem as variáveis de ambiente ajustáveis comuns para SageMaker 
contêineres por tipo de estrutura.

TensorFlow

Variável de ambiente Descrição

SAGEMAKER_TFS_INSTANCE_COUNT Para modelos TensorFlow baseados, o
tensorflow_model_server  binário é 
a peça operacional responsável por carregar 
um modelo na memória, executar entradas 
em um gráfico de modelo e derivar saídas. 
Normalmente, uma instância única desse 
binário é executada para servir modelos em um 
endpoint. Esse binário é internamente multi-
thread e gera vários threads para responder 
a uma solicitação de inferência. Em certas 
instâncias, se você observar que a CPU é 
utilizada de forma respeitável (mais de 30% de 
utilização), mas a memória está subutilizada 
(menor que 10% de utilização), aumentar esse 
parâmetro pode ajudar. Aumentar o número de 
unidades tensorflow_model_servers
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Variável de ambiente Descrição

disponíveis para servir normalmente aumenta a 
taxa de transferência de um endpoint.

SAGEMAKER_TFS_FRACTIONAL_GP 
U_MEM_MARGIN

Esse parâmetro controla a fração da memória 
da GPU disponível para inicializar CUDA/cuDN 
N e outras bibliotecas de GPU. 0.2 significa 
que 20% da memória da GPU disponível é 
reservada para inicializar CUDA/cuDNN e 
outras bibliotecas de GPU, e 80% da memória 
da GPU disponível é alocada igualmente entre 
os processos de TF. A memória da GPU é pré-
alocada, a menos que a opção allow_gro 
wth  esteja habilitada.

SAGEMAKER_TFS_INTER_OP_PARA 
LLELISM

Isso está relacionado à variável inter_op_ 
parallelism_threads . Essa variável 
determina o número de threads usados por 
operações independentes sem bloqueio. 0
significa que o sistema escolhe um número 
apropriado.

SAGEMAKER_TFS_INTRA_OP_PARA 
LLELISM

Isso está relacionado à variável intra_op_ 
parallelism_threads . Isso determina 
o número de threads que podem ser usados 
em determinadas operações, como multiplic 
ação de matrizes e reduções para aumentos 
de velocidade. Um valor de 0 significa que o 
sistema escolhe um número apropriado.
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Variável de ambiente Descrição

SAGEMAKER_GUNICORN_WORKERS Isso rege o número de processos de trabalho 
que o Gunicorn deve gerar para lidar com 
solicitações. Esse valor é usado em combinaçã 
o com outros parâmetros para derivar um 
conjunto que maximiza a taxa de transferê 
ncia da inferência. Além disso, SAGEMAKER 
_GUNICORN_WORKER_CLASS  rege o tipo 
de operadores gerados, normalmente async
ou gevent.

SAGEMAKER_GUNICORN_WORKER_CLASS Isso rege o número de processos de trabalho 
que o Gunicorn deve gerar para lidar com 
solicitações. Esse valor é usado em combinaçã 
o com outros parâmetros para derivar um 
conjunto que maximiza a taxa de transferê 
ncia da inferência. Além disso, SAGEMAKER 
_GUNICORN_WORKER_CLASS  rege o tipo 
de operadores gerados, normalmente async
ou gevent.
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Variável de ambiente Descrição

OMP_NUM_THREADS O Python usa internamente o OpenMP para 
implementar multithreading em processos. 
Normalmente, são gerados threads equivalen 
tes ao número de núcleos de CPU. Mas 
quando implementado em cima do Simultane 
ous Multi Threading (SMT), como o da Intel 
HypeThreading, um determinado processo 
pode substituir um determinado núcleo ao 
gerar duas vezes mais threads do que o 
número real de núcleos de CPU. Em certos 
casos, um binário Python pode acabar gerando 
até quatro vezes mais threads do que os 
núcleos de processador disponíveis. Portanto, 
uma configuração ideal para esse parâmetro 
, se você tiver excesso de assinaturas de 
núcleos disponíveis usando threads de 
trabalho, é 1 ou metade do número de núcleos 
de CPU em uma CPU com o SMT ativado.

TF_DISABLE_MKL

TF_DISABLE_POOL_ALLOCATOR

Em alguns casos, desativar o MKL pode 
acelerar a inferência se TF_DISABLE_MKL  e
TF_DISABLE_POOL_ALLOCATOR  estiverem 
definidos como 1.

PyTorch

Variável de ambiente Descrição

SAGEMAKER_TS_MAX_BATCH_DELAY Esse é o tempo máximo de atraso do lote que 
TorchServe espera para ser recebido.

SAGEMAKER_TS_BATCH_SIZE Se TorchServe não receber o número de 
solicitações especificado batch_size  antes 
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Variável de ambiente Descrição

que o cronômetro acabe, ele envia as solicitaç 
ões recebidas para o manipulador do modelo.

SAGEMAKER_TS_MIN_WORKERS O número mínimo de trabalhadores para os 
quais TorchServe é permitido reduzir a escala.

SAGEMAKER_TS_MAX_WORKERS O número máximo de trabalhadores para os 
quais TorchServe é permitido aumentar a 
escala.

SAGEMAKER_TS_RESPONSE_TIMEOUT O atraso de tempo, após o qual a inferência 
expira na ausência de uma resposta.

SAGEMAKER_TS_MAX_REQUEST_SIZE O tamanho máximo da carga útil para 
TorchServe.

SAGEMAKER_TS_MAX_RESPONSE_SIZE O tamanho máximo de resposta para 
TorchServe.

Servidor multimodelo (MMS)

Variável de ambiente Descrição

job_queue_size Esse parâmetro é útil para ajustar quando 
você tem um cenário em que o tipo de carga 
útil da solicitação de inferência é grande e, 
devido ao tamanho da carga útil ser maior, 
você pode ter maior consumo de memória 
de pilha da JVM na qual essa fila está sendo 
mantida. Idealmente, talvez você queira manter 
os requisitos de memória de pilha da JVM 
mais baixos e permitir que os trabalhadores 
do Python aloquem mais memória para o 
fornecimento real do modelo. A JVM serve 
apenas para receber as solicitações HTTP, 
enfileirá-las e expedi-las aos trabalhadores 
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Variável de ambiente Descrição

baseados em Python para inferência. Se 
você aumentar o job_queue_size , poderá 
acabar aumentando o consumo de memória de 
pilha da JVM e, por fim, retirar memória do host 
que poderia ter sido usada por operadores do 
Python. Portanto, tenha precaução ao ajustar 
esse parâmetro também.

default_workers_per_model Esse parâmetro é para o fornecimento do 
modelo de back-end e pode ser útil ajustá-lo, 
pois este é o componente crítico do fornecime 
nto do modelo geral, baseado em quais 
processos do Python geram threads para cada 
modelo. Se esse componente for mais lento 
(ou não estiver ajustado adequadamente), o 
ajuste do front-end pode não ser efetivo.

P: Como posso garantir que meu contêiner dê suporte à inferência assíncrona?

Você pode usar o mesmo contêiner para inferência assíncrona que usa para inferência em tempo 
real ou Batch Transform. Você deve confirmar se os tempos limite e os limites de tamanho da carga 
em seu contêiner estão definidos para lidar com cargas úteis maiores e tempos limite mais longos.

P: Quais são os limites específicos da inferência assíncrona? Eles podem ser ajustados?

Consulte os seguintes limites para inferência assíncrona:

• Limite de tamanho da carga útil: 1 GB

• Tempo limite máximo: uma solicitação pode levar até 60 minutos.

• Mensagem na fila TimeToLive (TTL): 6 horas

• Número de mensagens que podem ser colocadas dentro do Amazon SQS: Ilimitado. No entanto, 
há uma cota de 120.000 para o número de mensagens em trânsito para uma fila padrão e 20.000 
para uma fila FIFO.
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P: Quais métricas são melhores para definir com dimensionamento automático na inferência 
assíncrona? Posso ter várias políticas de escalabilidade?

Em geral, com a inferência assíncrona, você pode aumentar a escala horizontalmente com 
base em invocações ou instâncias. Para métricas de invocação, é uma boa ideia analisar sua
ApproximateBacklogSize, métrica que define o número de itens em sua fila que ainda não foram 
processados. Você pode utilizar essa métrica ou sua métrica InvocationsPerInstance para 
entender em qual TPS pode estar havendo controle de utilização. No nível da instância, verifique seu 
tipo de instância e a utilização da CPU/GPU para definir quando aumentar a escala horizontalmente. 
Se uma instância singular está acima de 60 a 70% da capacidade, geralmente é um bom sinal de 
que você está saturando seu hardware.

Não recomendamos ter várias políticas de escalabilidade, pois elas podem entrar em conflito 
e causar confusão no nível do hardware, gerando atrasos na quando aumentar a escala 
horizontalmente.

P: Por que meu endpoint assíncrono está encerrando uma instância Unhealthy e as solicitações de 
atualização do dimensionamento automático estão falhando?

Verifique se seu contêiner é capaz de lidar com solicitações de ping e invocação simultaneamente. 
SageMaker as solicitações de invocação levam aproximadamente 3 minutos e, nesse período, 
geralmente várias solicitações de ping acabam falhando devido ao tempo limite que faz com que seu 
contêiner SageMaker seja detectado como. Unhealthy

P: Pode MaxConcurrentInvocationsPerInstance funcionar para o meu contêiner modelo 
BYOC com as configurações ningx/gunicorn/flask?

Sim. MaxConcurrentInvocationsPerInstance é um recurso dos endpoints 
assíncronos. Isso não depende da implantação do contêiner personalizado.
MaxConcurrentInvocationsPerInstance controla a taxa na qual as solicitações de invocação 
são enviadas para o contêiner do cliente. Se esse valor for definido como 1, apenas 1 solicitação 
será enviada para o contêiner por vez, não importa quantos trabalhadores estejam no contêiner do 
cliente.

P: Como posso depurar erros do servidor de modelos (500) no meu endpoint assíncrono?

O erro significa que o contêiner do cliente retornou um erro. SageMaker não controla o 
comportamento dos contêineres do cliente. SageMaker simplesmente retorna a resposta do
ModelContainer e não tenta novamente. Se quiser, você pode configurar a invocação para 
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tentar novamente em caso de falha. Sugerimos que ative o registro de contêineres e verifique seus 
registros de contêineres para encontrar a causa raiz do erro 500 em seu modelo. Verifique também 
as métricas CPUUtilization e MemoryUtilization no momento da falha. Você também pode 
configurar o S3 FailurePath para a resposta do modelo no Amazon SNS como parte das notificações 
de erro assíncronas para investigar falhas.

P: Como posso saber se MaxConcurrentInvocationsPerInstance=1 tem efeito? Há alguma 
métrica que eu possa verificar?

Você pode verificar a métrica InvocationsProcesssed, que deve estar alinhada com o número 
de invocações que você espera que sejam processadas em um minuto baseado em uma única 
simultaneidade.

P: Como posso monitorar o sucesso e as falhas das minhas solicitações de invocação? Quais são as 
práticas recomendadas?

A prática recomendada é habilitar o Amazon SNS, que é um serviço de notificação para aplicativos 
orientados a mensagens, em que vários assinantes solicitam e recebem notificações “push” de 
mensagens urgentes de uma variedade de protocolos de transporte, incluindo HTTP, Amazon 
SQS e e-mail. A inferência assíncrona publica notificações quando você cria um endpoint com
CreateEndpointConfig e especifica um tópico do Amazon SNS.

Para usar o Amazon SNS para verificar os resultados da previsão do seu endpoint assíncrono, 
primeiro você precisa criar um tópico, assinar o tópico, confirmar sua assinatura no tópico e anotar 
o nome do recurso da Amazon (ARN) desse tópico. Para obter informações detalhadas sobre como 
criar, assinar e encontrar o Amazon ARN de um tópico do Amazon SNS, consulte Configurando o 
Amazon SNS no Guia do desenvolvedor do Amazon SNS. Para obter mais informações sobre como 
usar o Amazon SNS com inferência assíncrona, consulte Verificar resultados da previsão.

P: Posso definir uma política de escalabilidade que aumente a escala verticalmente a partir de zero 
instâncias ao receber uma nova solicitação?

Sim. A inferência assíncrona fornece um mecanismo para reduzir a escala verticalmente até zero 
instâncias quando não há solicitações. Se a escala do seu endpoint tiver sido reduzida verticalmente 
para zero instâncias durante esses períodos, ele não aumentará a escala verticalmente outra vez até 
que o número de solicitações na fila exceda a meta especificada em sua política de escalabilidade. 
Isso pode resultar em longos tempos de espera para solicitações na fila. Nesses casos, se você 
quiser aumentar a escala verticalmente a partir de zero instâncias para novas solicitações menores 
do que o destino de fila especificado, você pode usar uma política de escalabilidade adicional 
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chamada HasBacklogWithoutCapacity. Para obter mais informações sobre como definir essa 
política de escalabilidade, consulte Escalabilidade automaticamente de um endpoint assíncrono.

P: Estou recebendo um erro informando que o tipo de instância não é compatível com inferência 
assíncrona. Quais são os tipos de instância compatíveis com a inferência assíncrona?

Para ver uma lista completa de instâncias suportadas pela inferência assíncrona por região, consulte 
os preços. SageMaker  Verifique se a instância necessária está disponível na sua região antes de 
continuar.

Usar transformação em lote

Use a transformação em lote quando precisar fazer o seguinte:

• Pré-processar os conjuntos de dados para remover ruído ou desvio que interfira no treinamento ou 
na inferência do conjunto de dados.

• Obter inferências de conjuntos de dados grandes.

• Executar inferência quando não for necessário um endpoint persistente.

• Associar registros de entrada a inferências para auxiliar na interpretação de resultados.

Para filtrar dados de entrada antes de executar inferências ou para associar registros de entrada à 
inferências sobre esses registros, consulte Associar resultados de previsão a registros de entrada. 
Por exemplo, é possível filtrar dados de entrada a fim de fornecer contexto para criar e interpretar 
relatórios sobre os dados de saída.

Tópicos

• Usar a transformação em lote para obter inferências de conjuntos de dados grandes

• Acelerar um trabalho de transformação em lote

• Usar a transformação em lotes para testar as variantes de produção

• Blocos de anotações de amostra de transformação em lotes

• Associar resultados de previsão a registros de entrada

• Armazenamento em Batch Transform

• Solução de problemas
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Usar a transformação em lote para obter inferências de conjuntos de dados 
grandes

A transformação em lotes gerencia automaticamente o processamento de grandes conjuntos de 
dados nos limites de parâmetros especificados. Por exemplo, vamos supor que você tenha um 
arquivo de conjunto de dados, input1.csv, armazenado em um bucket do S3. O conteúdo do 
arquivo de entrada pode ser semelhante ao seguinte exemplo.

Record1-Attribute1, Record1-Attribute2, Record1-Attribute3, ..., Record1-AttributeM
Record2-Attribute1, Record2-Attribute2, Record2-Attribute3, ..., Record2-AttributeM
Record3-Attribute1, Record3-Attribute2, Record3-Attribute3, ..., Record3-AttributeM
...
RecordN-Attribute1, RecordN-Attribute2, RecordN-Attribute3, ..., RecordN-AttributeM     
         

Quando um trabalho de transformação em lotes começa, o SageMaker inicializa instâncias de 
computação e distribui a inferência ou carga de trabalho de pré-processamento entre elas. A 
transformação em lote particiona objetos do Amazon S3 na entrada por chave e mapeia objetos do 
Amazon S3 para as instâncias. Quando você tiver vários arquivos, uma instância pode processar
input1.csv, e a outra instância pode processar o arquivo chamado input2.csv. Se você tiver 
um arquivo de entrada, mas inicializar várias instâncias de computação, somente uma instância 
processará o arquivo de entrada e o restante das instâncias ficará ocioso.

Você também pode dividir os arquivos de entrada em minilotes. Por exemplo, é possível criar um 
minilote de input1.csv incluindo somente dois dos registros.

Record3-Attribute1, Record3-Attribute2, Record3-Attribute3, ..., Record3-AttributeM
Record4-Attribute1, Record4-Attribute2, Record4-Attribute3, ..., Record4-AttributeM 
             

Note

O SageMaker processa cada arquivo de entrada separadamente. Ele não combina minilotes 
de diferentes arquivos de entrada para cumprir o limite MaxPayloadInMB .

Para dividir arquivos de entrada em minilotes, ao criar um trabalho de transformação em lote, 
defina o valor do parâmetro SplitType como Line. Se SplitType estiver definido como None

Usar a transformação em lote para obter inferências de conjuntos de dados grandes 4462

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html#SageMaker-CreateTransformJob-request-MaxPayloadInMB
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_TransformInput.html#SageMaker-Type-TransformInput-SplitType


Amazon SageMaker Guia do Desenvolvedor

ou se um arquivo de entrada não puder ser dividido em minilotes, o SageMaker usará todo o 
arquivo de entrada em uma única solicitação. Observe que o Batch Transform não é compatível 
com entradas em formato CSV que contenham caracteres de nova linha incorporados. Você pode 
controlar o tamanho dos minilotes usando os parâmetros BatchStrategy e MaxPayloadInMB.
MaxPayloadInMB não deve ser maior que 100 MB. Se você especificar o parâmetro opcional
MaxConcurrentTransforms, o valor de (MaxConcurrentTransforms * MaxPayloadInMB)
também não deverá exceder 100 MB.

Se o trabalho de transformação em lote processar com êxito todos os registros em um arquivo 
de entrada, ele criará um arquivo de saída com o mesmo nome e a extensão de arquivo .out. 
Em vários arquivos de entrada, como input1.csv e input2.csv, os arquivos de saída 
são denominados input1.csv.out e input2.csv.out. O trabalho de transformação 
em lotes armazena os arquivos de saída no local especificado no Amazon S3, como s3://
awsexamplebucket/output/.

As previsões em um arquivo de saída são listadas na mesma ordem dos registros correspondentes 
no arquivo de entrada. O arquivo de saída input1.csv.out, com base no arquivo de entrada 
mostrado anteriormente, seria parecido com o seguinte:

Inference1-Attribute1, Inference1-Attribute2, Inference1-Attribute3, ..., Inference1-
AttributeM
Inference2-Attribute1, Inference2-Attribute2, Inference2-Attribute3, ..., Inference2-
AttributeM
Inference3-Attribute1, Inference3-Attribute2, Inference3-Attribute3, ..., Inference3-
AttributeM
...
InferenceN-Attribute1, InferenceN-Attribute2, InferenceN-Attribute3, ..., InferenceN-
AttributeM             

Se você definir SplitType como Line, poderá definir o parâmetro AssembleWith para Line
concatenar os registros de saída com um delimitador de linha. Isso não altera o número de arquivos 
de saída. O número de arquivos de saída é igual ao número de arquivos de entrada, e o uso de
AssembleWith não mescla arquivos. Se você não especificar o parâmetro AssembleWith, por 
padrão, os registros de saída serão concatenados em formato binário.

Quando os dados de entrada são muito grandes e são transmitidos usando codificação HTTP em 
blocos, para transmitir os dados para o algoritmo, defina MaxPayloadInMB como 0. No momento, 
os algoritmos integrados do Amazon SageMaker não oferecem suporte a esse recurso.
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Para obter mais informações sobre como usar a API para criar um trabalho de transformação em 
lotes, consulte a API CreateTransformJob. Para obter mais informações sobre a correlação entre 
os objetos de entrada e de saída da transformação em lote, consulte OutputDataConfig. Para 
obter um exemplo de como usar a transformação em lotes, consulte (Opcional) Faça previsões com 
o Transformador de Lotes.

Acelerar um trabalho de transformação em lote

Se você estiver usando a API CreateTransformJob, poderá reduzir o tempo necessário 
para concluir trabalhos de transformação de lote usando valores ideais para parâmetros, como
MaxPayloadInMB, MaxConcurrentTransforms ou BatchStrategy. O valor ideal para
MaxConcurrentTransforms é igual ao número de trabalhadores de computação no trabalho de 
transformação de lote. Se você estiver usando o console do SageMaker, poderá especificar esses 
valores de parâmetro ideais na seção Configuração adicional da página Configuração do trabalho de 
transformação em lote. O SageMaker encontra automaticamente as configurações de parâmetros 
ideais para algoritmos integrados. Para obter algoritmos personalizados, forneça esses valores por 
meio de um endpoint execution-parameters.

Usar a transformação em lotes para testar as variantes de produção

Para testar modelos diferentes ou várias configurações de hiperparâmetro, crie um trabalho de 
transformação separado para cada nova variante de modelo e use um conjunto de dados de 
validação. Para cada trabalho de transformação, especifique um nome de modelo exclusivo e um 
local no Amazon S3 para o arquivo de saída. Para analisar os resultados, use Logs e métricas de 
pipeline de inferência.

Blocos de anotações de amostra de transformação em lotes

Para ver um exemplo de bloco de anotações que usa a transformação em lote com um modelo de 
análise de componente principal (PCA) para reduzir dados em uma matriz de revisão de item do 
usuário, seguido pela aplicação de um cluster espacial baseado em densidade de aplicativos com 
algoritmo de ruído (DBSCAN) para filmes de cluster, consulte Transformação em lote com clusters 
de filme PCA e DBSCAN. Para obter instruções sobre como criar e acessar instâncias de caderno 
Jupyter que você pode utilizar para executar o exemplo em SageMaker, consulte Instâncias do 
Amazon SageMaker Notebook. Depois de criar e abrir uma instância de bloco de anotações, escolha 
a guia Exemplos do SageMaker para ver uma lista de todos os exemplos do SageMaker. Os blocos 
de anotações de exemplo de modelagem do tópico que usam os algoritmos NTM estão localizados 
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na seção Funcionalidade avançada. Para abrir um bloco de anotações, escolha sua aba Uso e 
depois escolha Criar cópia.

Associar resultados de previsão a registros de entrada

Ao fazer previsões em um conjunto de dados grande, você pode excluir atributos que não são 
necessários para a previsão. Depois que as previsões foram feitas, você pode associar alguns 
dos atributos excluídos a essas previsões ou outros dados de entrada no relatório. Ao usar a 
transformação em lote para executar essas etapas de processamento de dados, geralmente você 
pode eliminar o pré-processamento ou o pós-processamento adicional. Você pode usar arquivos de 
entrada somente nos formatos JSON e CVS.

Tópicos

• Fluxo de trabalho para associar inferências a registros de entrada

• Uso do processamento de dados em trabalhos de transformação em lotes

• Operadores JSONPath compatíveis

• Exemplos de transformação em lote

Fluxo de trabalho para associar inferências a registros de entrada

O diagrama a seguir mostra o fluxo de trabalho para associar inferências a registros de entrada.
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Para associar inferências a dados de entrada, há três etapas principais:

1. Filtre os dados de entrada que não são necessários para inferência antes de passá-los para 
o trabalho de transformação em lote. Use o parâmetro InputFilter para determinar quais 
atributos usar como entrada para o modelo.

2. Associe os dados de entrada aos resultados de inferência. Use o parâmetro JoinSource para 
combinar os dados de entrada com a inferência.

3. Filtre os dados associados para reter as entradas que são necessárias para fornecer contexto 
para interpretar as previsões nos relatórios. Use OutputFilter para armazenar a parte 
especificada do conjunto de dados associado no arquivo de saída.

Uso do processamento de dados em trabalhos de transformação em lotes

Ao criar um trabalho de transformação em lote com CreateTransformJob para processar dados:

1. Especifique a parte da entrada a ser transmitida para o modelo com o parâmetro InputFilter
na estrutura de dados DataProcessing.

2. Associe os dados de entrada brutos aos dados transformados com o parâmetro JoinSource.
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3. Especifique a parte dos dados transformados e de entrada associados do trabalho de 
transformação em lotes a ser incluída no arquivo de saída com o parâmetro OutputFilter.

4. Escolha arquivos em formato CSV ou JSON para entrada:

• Para arquivos de entrada no formato JSON ou Linhas JSON, o SageMaker adiciona o atributo
SageMakerOutput ao arquivo de entrada ou cria um novo arquivo de saída JSON com os 
atributos SageMakerInput e SageMakerOutput. Para obter mais informações, consulte
DataProcessing.

• Para arquivos de entrada em formato CSV, os dados de entrada associados são seguidos pelos 
dados transformados, e a saída é um arquivo CSV.

Se você usar um algoritmo com a estrutura DataProcessing, ele deverá ser compatível com 
o formato escolhido para os dois arquivos de entrada e saída. Por exemplo, com o campo
TransformOutput da API CreateTransformJob, defina os parâmetros ContentType e
Accept como um dos seguintes valores: text/csv, application/json ou application/
jsonlines. A sintaxe para especificação de colunas em um arquivo CSV e especificação de 
atributos em um arquivo JSON são diferentes. Usar a sintaxe errada causará um erro. Para obter 
mais informações, consulte Exemplos de transformação em lote. Para obter mais informações 
sobre formatos de arquivo de entrada e saída para algoritmos integrados, consulte Use algoritmos 
SageMaker integrados da Amazon ou modelos pré-treinados.

Os delimitadores de registro para a entrada e a saída também devem ser consistentes com o 
arquivo de entrada escolhido. O parâmetro SplitType indica como dividir os registros no conjunto 
de dados de entrada. O parâmetro AssembleWith indica como remontar os registros para a 
saída. Se definir formatos de entrada e saída como text/csv, você também deverá definir os 
parâmetros AssembleWith e SplitType como line. Se definir os formatos de entrada e saída 
como application/jsonlines, você poderá definir SplitType e AssembleWith como line.

Para arquivos CSV, você não pode usar caracteres de nova linha incorporados. Para arquivos 
JSON, o nome do atributo SageMakerOutput é reservado para saída. O arquivo de entrada JSON 
não pode ter um atributo com esse nome. Se tiver, os dados no arquivo de entrada podem ser 
substituídos.

Operadores JSONPath compatíveis

Para filtrar e associar os dados de entrada e inferência, use uma subexpressão JSONPath. O 
SageMaker oferece suporte somente a um subconjunto dos operadores JSONPath definidos. A 
tabela a seguir lista os operadores JSONPath compatíveis. Para dados CSV, cada linha é tomada 
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como uma matriz JSON, portanto, somente JSONPaths baseados em índice podem ser aplicados, 
por exemplo $[0], $[1:]. Os dados CSV também devem seguir o formato RFC.

Operador 
JSONPath

Descrição Exemplo

$ O elemento raiz para uma consulta. Esse 
operador é necessário no início de todas as 
expressões de caminho.

$

.<name> Um elemento filho com notação de pontos. $.id

* Um caractere curinga Use no lugar de um 
nome de atributo ou valor numérico.

$.id.*

['<name>' (,'<name>')]Um elemento ou vários elementos filho com 
notação de colchetes.

$['id','SageMakerO 
utput']

[<number>
(,<number>)]

Um índice ou matriz de índices. Os valores 
de índice negativos também são compatíve 
is. Um índice -1 corresponde ao último 
elemento em uma matriz.

$[1] , $[1,3,5]

[<start>:<end>] Um operador de matriz slice. O método 
matriz slice() extrai uma seção de uma 
matriz e retorna uma nova matriz. Se você 
omitir <start>, o SageMaker usará o 
primeiro elemento da matriz. Se você 
omitir <end>, o SageMaker usará o último 
elemento da matriz.

$[2:5], $[:5], $[2:]

Ao usar a notação de colchete para especificar múltiplos elementos filho de um determinado campo, 
o aninhamento adicional de filhos dentro de colchetes não é compatível. Por exemplo, $.field1.
['child1','child2'] é compatível, mas $.field1.['child1','child2.grandchild']
não é.

Para obter mais informações sobre operadores JSONPath, consulte JsonPath no GitHub.
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Exemplos de transformação em lote

Os exemplos a seguir mostram algumas maneiras comuns de associar dados de entrada a 
resultados de previsões.

Tópicos

• Exemplo: gerar somente inferências

• Exemplo: inferências de saída unidas a dados de entrada

• Exemplo: inferências de saída unidas aos dados de entrada e exclusão da coluna ID da entrada 
(CSV)

• Exemplo: inferências de saída unidas a uma coluna de ID e exclusão da coluna de ID da entrada 
(CSV)

Exemplo: gerar somente inferências

Por padrão, o parâmetro DataProcessing não associa resultados de inferência à entrada. Ele gera 
apenas resultados de inferência.

Se você deseja especificar explicitamente para não associar resultados à entrada, use o
Amazon SageMaker Python SDK e especifique as configurações a seguir em uma chamada de 
transformador.

sm_transformer = sagemaker.transformer.Transformer(…)
sm_transformer.transform(…, input_filter="$", join_source= "None", output_filter="$")

Para gerar inferências usando o SDK AWS para Python, adicione o código a seguir à sua solicitação 
CreateTransformJob. O código a seguir imita o comportamento padrão.

{ 
    "DataProcessing": { 
        "InputFilter": "$", 
        "JoinSource": "None", 
        "OutputFilter": "$" 
    }
}
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Exemplo: inferências de saída unidas a dados de entrada

Se estiver usando o Amazon SageMaker Python SDK, para combinar os dados de entrada com 
as inferências no arquivo de saída, especifique os parâmetros assemble_with e accept
em uma chamada do objeto transformador. Ao usar a chamada de transformação, especifique
Input para o parâmetro join_source e especifique também os parâmetros split_type e
content_type. O parâmetro split_type deve ter o mesmo valor que assemble_with, e o 
parâmetro content_type deve ter o mesmo valor que accept. Para obter mais informações 
sobre os parâmetros e seus valores aceitos, consulte a página Transformer no SDK do Amazon 
SageMaker Python SDK.

sm_transformer = sagemaker.transformer.Transformer(…, assemble_with="Line", 
 accept="text/csv")
sm_transformer.transform(…, join_source="Input", split_type="Line", content_type="text/
csv")

Se estiver usando o SDK AWS para Python (Boto 3), associe todos os dados de entrada à inferência, 
adicionando o seguinte código à sua solicitação CreateTransformJob. Os valores para Accept
e ContentType devem corresponder, e os valores para AssembleWith e SplitType também 
devem corresponder.

{ 
    "DataProcessing": { 
        "JoinSource": "Input" 
    }, 
    "TransformOutput": { 
        "Accept": "text/csv", 
        "AssembleWith": "Line" 
    }, 
    "TransformInput": { 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }
}

Para os arquivos de entrada JSON ou Linhas JSON, os resultados estão na chave
SageMakerOutput no arquivo JSON de entrada. Por exemplo, se a entrada é um arquivo JSON 
que contém o par de chave/valor {"key":1}, o resultado da transformação de dados pode ser
{"label":1}.
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O SageMaker armazena os dois no arquivo de entrada na chave SageMakerInput.

{ 
    "key":1, 
    "SageMakerOutput":{"label":1}
}

Note

O resultado associado para JSON deve ser um objeto de par de chave/valor. Se a entrada 
não for um objeto de par de chave/valor, o SageMaker criará um novo arquivo JSON. No 
novo arquivo JSON, os dados de entrada são armazenados na chave SageMakerInput, e 
os resultados são armazenados como o valor SageMakerOutput.

Por exemplo, para um arquivo CSV, se o registro for [1,2,3], e o resultado de rótulo for [1], o 
arquivo de saída conterá [1,2,3,1].

Exemplo: inferências de saída unidas aos dados de entrada e exclusão da coluna ID da entrada 
(CSV)

Se você estiver usando o SDK do Amazon SageMaker Python SDK para unir seus dados de 
entrada com a saída de inferência enquanto exclui uma coluna de ID da entrada do transformador, 
especifique os mesmos parâmetros do exemplo anterior, bem como uma subexpressão JSONPath 
para input_filter em sua chamada do transformador. Por exemplo, se seus dados de entrada 
incluírem cinco colunas e a primeira for a coluna ID, use a solicitação de transformação a seguir para 
selecionar todas as colunas, exceto a coluna ID, como recursos. O transformador ainda gera todas 
as colunas de entrada unidas às inferências. Para obter mais informações sobre os parâmetros e 
seus valores aceitos, consulte a página Transformer no SDK do Amazon SageMaker Python SDK.

sm_transformer = sagemaker.transformer.Transformer(…, assemble_with="Line", 
 accept="text/csv")
sm_transformer.transform(…, split_type="Line", content_type="text/csv", 
 input_filter="$[1:]", join_source="Input")

Se estiver usando o SDK AWS para Python (Boto 3), adicione o seguinte código à sua solicitação 
CreateTransformJob.

{ 
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    "DataProcessing": { 
        "InputFilter": "$[1:]", 
        "JoinSource": "Input" 
    }, 
    "TransformOutput": { 
        "Accept": "text/csv", 
        "AssembleWith": "Line" 
    }, 
    "TransformInput": { 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }
}

Para especificar colunas no SageMaker, use o índice dos elementos da matriz. A primeira coluna é o 
índice 0, a segunda coluna é o índice 1 e a sexta coluna é o índice 5.

Para excluir a primeira coluna da entrada, defina InputFilter como "$[1:]". O dois-pontos (:) 
orienta o SageMaker a incluir todos os elementos entre dois valores, inclusive. Por exemplo, $[1:4]
especifica a segunda até a quinta colunas.

Se você omitir o número após o dois-pontos, por exemplo, [5:], o subconjunto incluirá todas as 
colunas da sexta até a última. Se você omitir o número antes do dois-pontos, por exemplo [:5], o 
subconjunto incluirá todas as colunas da primeira (índice 0) até a sexta.

Exemplo: inferências de saída unidas a uma coluna de ID e exclusão da coluna de ID da entrada 
(CSV)

Se você estiver usando o SDK do Amazon SageMaker Python SDK, poderá especificar a saída 
para unir somente colunas de entrada específicas (como a coluna ID) às inferências especificando 
a na chamada do transformador output_filter. O output_filter usa uma subexpressão 
JSONPath para especificar quais colunas devem ser retornadas como saída após unir os 
dados de entrada aos resultados da inferência. A solicitação a seguir mostra como você pode 
fazer previsões ao excluir uma coluna de ID e, em seguida, unir a coluna de ID às inferências. 
Observe que, no exemplo a seguir, a última coluna (-1) da saída contém as inferências. Se você 
estiver usando arquivos JSON, o SageMaker armazenará os resultados da inferência no atributo
SageMakerOutput. Para obter mais informações sobre os parâmetros e seus valores aceitos, 
consulte a página Transformer no SDK do Amazon SageMaker Python SDK.

sm_transformer = sagemaker.transformer.Transformer(…, assemble_with="Line", 
 accept="text/csv")
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sm_transformer.transform(…, split_type="Line", content_type="text/csv", 
 input_filter="$[1:]", join_source="Input", output_filter="$[0,-1]")

Se estiver usando o SDK AWS para Python (Boto 3), associe apenas a coluna ID às inferências 
adicionando o código a seguir à sua solicitação CreateTransformJob.

{ 
    "DataProcessing": { 
        "InputFilter": "$[1:]", 
        "JoinSource": "Input", 
        "OutputFilter": "$[0,-1]" 
    }, 
    "TransformOutput": { 
        "Accept": "text/csv", 
        "AssembleWith": "Line" 
    }, 
    "TransformInput": { 
        "ContentType": "text/csv", 
        "SplitType": "Line" 
    }
}

Warning

Se você estiver usando um arquivo de entrada em formato JSON, o arquivo não poderá 
conter o nome do atributo SageMakerOutput. Esse nome do atributo é reservado para 
as inferências no arquivo de saída. Se o arquivo de entrada no formato JSON contiver um 
atributo com esse nome, os valores no arquivo de entrada poderão ser substituídos pela 
inferência.

Armazenamento em Batch Transform

Quando você executa um trabalho de transformação em lote, o Amazon SageMaker anexa 
um volume de armazenamento do Amazon Elastic Block Store às instâncias do Amazon EC2 
que processam seu trabalho. O volume armazena seu modelo e o tamanho do volume de 
armazenamento é fixado em 30 GB. Você tem a opção de criptografar seu modelo em repouso no 
volume de armazenamento.

Armazenamento em Batch Transform 4473

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html


Amazon SageMaker Guia do Desenvolvedor

Note

Se você tiver um modelo grande, poderá encontrar um InternalServerError.

Para obter mais informações sobre armazenamentos e atributos do Amazon EBS, consulte as 
seguintes páginas:

• Pares de chaves do Amazon EBS no Manual do usuário do Amazon EC2 para instâncias do Linux

• Pares de chaves do Volumes do Amazon EBS no Manual do usuário do Amazon EC2 para 
instâncias do Linux

Note

As instâncias G4dn vêm com seu próprio armazenamento SSD local. Para saber mais sobre 
instâncias G4dn, consulte a página  Instâncias G4 doAmazon EC2.

Solução de problemas

Se você estiver tendo erros no Amazon SageMaker Batch Transform, consulte as dicas de solução 
de problemas a seguir.

Max. de erros

Se você estiver recebendo erros de tempo limite máximo ao executar trabalhos de transformação em 
lote, tente o seguinte:

• Comece com o registro único BatchStrategy, um tamanho de lote padrão (6 MB) ou menor que 
você especifica no parâmetro MaxPayloadInMB e um pequeno conjunto de dados de amostra. 
Ajuste o parâmetro de tempo limite máximo InvocationsTimeoutInSeconds (que tem no 
máximo 1 hora) até receber uma resposta de invocação bem-sucedida.

• Depois de receber uma resposta de invocação bem-sucedida, aumente MaxPayloadInMB
(que tem no máximo 100 MB) e os parâmetros InvocationsTimeoutInSeconds juntos para 
encontrar o tamanho máximo do lote que pode suportar o tempo limite do modelo desejado. Você 
pode usar o registro único ou o registro múltiplo BatchStrategy nesta etapa.
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Note

Exceder o limite de MaxPayloadInMB causa um erro. Isso pode acontecer com um 
grande conjunto de dados se não puder ser dividido, se o parâmetroSplitType estiver 
definido como nenhum ou se os registros individuais dentro do conjunto de dados 
excederem o limite.

• (Opcional) Ajuste o parâmetro MaxConcurrentTransforms, que especifica o número 
máximo de solicitações paralelas que podem ser enviadas a cada instância em um trabalho 
de transformação em lote. No entanto, o valor de MaxConcurrentTransforms * 
MaxPayloadInMB não deve exceder 100 MB.

Saída incompleta

O SageMaker usa a API Amazon S3 Multipart Upload para carregaros resultados de uma tarefa de 
transformação em lote para o Amazon S3. Se ocorrer um erro, os resultados obtidos por upload 
serão removidos do . Em alguns casos, como em uma paralisação da rede, um multipart upload 
incompleto pode permanecer no Amazon S3. Um upload incompleto também pode ocorrer se você 
tiver vários arquivos de entrada, mas alguns deles não puderem ser processados pelo SageMaker 
Batch Transform. Os arquivos de entrada que não puderam ser processados não terão arquivos de 
saída correspondentes no Amazon S3.

Para evitar cobranças de armazenamento, recomendamos adicionar a política do bucket do S3
às regras de ciclo de vida do bucket do S3. Essa política exclui multipart uploads incompletos que 
podem ser armazenados no bucket do S3. Para obter mais informações, consulte Gerenciamento do 
ciclo de vida de objetos.

Trabalho é exibido como failed

Se houver uma falha em um trabalho de transformação em lote ao processar um arquivo de entrada 
devido a um problema com o conjunto de dados, o SageMaker marcará o trabalho como failed. 
Se um arquivo de entrada contiver um registro inválido, o trabalho de transformação não criará um 
arquivo de saída para esse arquivo de entrada, pois isso impede que ele mantenha a mesma ordem 
nos dados transformados e no arquivo de entrada. Quando o conjunto de dados tiver vários arquivos 
de entrada, um trabalho de transformação continuará a processar arquivos de entrada, mesmo 
que ele não possa processar um dos arquivos. Os arquivos processados ainda geram resultados 
utilizáveis.
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Se estiver usando seus próprios algoritmos, você poderá usar texto de espaço reservado, como
ERROR, quando o algoritmo encontrar um registro inválido em um arquivo de entrada. Por exemplo, 
se o último registro em um conjunto de dados for inválido, o algoritmo colocará o texto do espaço 
reservado para esse registro no arquivo de saída.

Paralelismo de modelos e inferência de modelos grandes

Os modelos de aprendizado profundo de última geração para aplicativos como processamento 
de linguagem natural (PLN) são grandes, normalmente com dezenas ou centenas de bilhões de 
parâmetros. Modelos maiores geralmente são mais precisos, o que os torna atraentes para os 
profissionais de machine learning. No entanto, esses modelos geralmente são grandes demais para 
caber em um único acelerador ou dispositivo de GPU, dificultando a inferência de baixa latência. 
Você pode evitar esse gargalo de memória usando técnicas de paralelismo de modelos para 
particionar um modelo em vários aceleradores ou GPUs.

O Amazon SageMaker inclui contêineres especializados de aprendizado profundo (DLCs), 
bibliotecas e ferramentas para paralelismo de modelos e inferência de modelos grandes (LMI). Nas 
seções a seguir, você poderá encontrar os atributos para começar a usar o LMI no SageMaker.

Tópicos

• Contêineres de aprendizado profundo para inferência de modelos grandes

• SageMaker parâmetros de endpoint para inferência de modelos grandes

• Tutoriais de inferência de modelos grandes

• Configurações e ajustes

• Escolher tipos de instância para inferência de modelos grandes

• Implantação de modelos não compactados

• Perguntas frequentes sobre inferência de modelos grandes

• Solução de problemas de inferência de modelos grandes

• Notas de vesão para grandes contêineres de aprendizado profundo de inferência de modelos

Contêineres de aprendizado profundo para inferência de modelos grandes

SageMaker mantém contêineres de aprendizado profundo (DLCs) com bibliotecas de código aberto 
populares para hospedar modelos grandes como GPT, T5, OPT, BLOOM e Stable Diffusion na 
infraestrutura. AWS Com esses DLCs, você pode usar bibliotecas de terceiros DeepSpeed, como
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Accelerate, TensorRt-LLM, e particionar parâmetros do modelo usando técnicas de paralelismo 
de modelos FasterTransformerpara aproveitar a memória de várias GPUs para inferência. A 
tabela a seguir lista os DLCs disponíveis SageMaker para inferência de modelos grandes (LMI). 
Recomendamos que você comece com esses DLCs para LMI ativados. SageMaker Isso inclui 
componentes, bibliotecas e drivers que foram otimizados e testados para uso em SageMaker.

URL DO DLC Bibliotecas Parâmetros de ajuste

PyTorch 2.1.0

Porção DJL 0.25.0

Kit de ferramentas TensorRT 
0.5.0

Hugging Face Accelerate 
0.23.0

763104351884.dkr.ecr.
region .amazonaw 
s.com/djl-inferenc 
e:0.25.0-tensorrtl 
lm0.5.0-cu122

Transformadores Hugging 
Face 4.34.0

TensorRT-LLM

PyTorch 2.0.1

Porção DJL 0.25.0

DeepSpeed 0.11.0

Hugging Face Accelerate 
0.23.0

763104351884.dkr.ecr.
region .amazonaw 
s.com/djl-inferenc 
e:0.25.0-deepspeed 
0.11.0-cu118

Transformadores Hugging 
Face 4.34.0

DeepSpeed

PyTorch 1.13.1

Porção DJL 0.25.0

TransformersNeuronX 0.8.268

763104351884.dkr.ecr.
region .amazonaw 
s.com/djl-inferenc 
e:0.25.0-neuronx-s 
dk2.15.0 AWSSDK Neuron 2.15.1

Transformadores-NeuronX
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https://github.com/deepjavalibrary/djl-serving/blob/0.25.0-dlc/serving/docs/configurations_large_model_inference_containers.md#transformers-neuronx-doc
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URL DO DLC Bibliotecas Parâmetros de ajuste

NeuronX distribuído 0.5.0

PyTorch 2.0.1

DJL Serving 0.23.0

FasterTransformer 5.3.0

Hugging Face Accelerate 
0.20.3

763104351884.dkr.e 
cr.region.amazonaws.com/
djl-inference:0.23.0-fastertra 
nsformer5.3.0-cu118

Hugging Face Transformers 
4.30.1

FasterTransformer

PyTorch 2.0.1

DJL Serving 0.23.0

DeepSpeed 0.9.5

Hugging Face Accelerate 
0.20.3

763104351884.dkr.e 
cr.region.amazonaw 
s.com/djl-inference:0.23.0- 
deepspeed0.9.5-cu118

Hugging Face Transformers 
4.30.1

DeepSpeed

PyTorch 1.13.1

DJL Serving 0.23.0

TransformersNeuronX 0,4,60

AWS Neuron SDK 2.12.0

763104351884.dkr.e 
cr.region.amazonaws.com/
djl-inference:0.23.0-neuronx-s 
dk2.12.0

NeuronX distribuído 0.1.0

Transformadores-NeuronX

Além disso PyTorch, os DLCs do LMI incluem bibliotecas para facilitar a inferência de modelos 
grandes. SageMaker suporta as seguintes categorias de bibliotecas.

Contêineres de aprendizado profundo para LMI 4478

https://github.com/deepjavalibrary/djl-serving/blob/0.23.0-dlc/serving/docs/configurations_large_model_inference_containers.md#fastertransformer-doc
https://github.com/deepjavalibrary/djl-serving/blob/0.23.0-dlc/serving/docs/configurations_large_model_inference_containers.md#deepspeed-doc
https://github.com/deepjavalibrary/djl-serving/blob/0.23.0-dlc/serving/docs/configurations_large_model_inference_containers.md#transformers-neuronx-doc
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• Zoológico modelo — zoológicos modelo fornecem acesso simples à API a modelos pré-treinados. 
SageMaker fornece os seguintes modelos de zoológicos:

• Hugging Face Transformers é uma biblioteca popular para modelos pré-treinados de 
aprendizado profundo que usam uma arquitetura de transformador, como GPT, OPT e BLOOM.

• Hugging Face Diffusers é uma biblioteca com modelos pré-treinados de aprendizado profundo 
que usam uma técnica de difusão, como a difusão estável.

• Bibliotecas de paralelismo de modelos e otimização de inferência — Essas bibliotecas lidam com 
a inferência paralela de modelos particionando um artefato de modelo para que seus parâmetros 
possam ser distribuídos por várias GPUs. SageMaker suporta as seguintes bibliotecas de 
paralelismo de modelos e otimização de inferência:

• Tensorrt-LLM é a mais recente biblioteca de código aberto da NVIDIA que está disponível 
como parte da versão LMI DLCs (0.25.0). Essa biblioteca permite state-of-the-art otimizações 
SmoothQuant, como FP8 e lotes contínuos para modelos de linguagem grandes ao usar GPUs 
NVIDIA.

O TensorRT-LLM oferece suporte a implantações que variam de configurações de GPU única 
a várias GPUs, com ganhos adicionais de desempenho possíveis por meio de técnicas como 
paralelismo de tensores. Aproveitar o Tensorrt-LLM por meio do DLC SageMaker LMI permite 
que você otimize o desempenho de seus grandes modelos de linguagem e forneça aos usuários 
uma experiência mais responsiva.

Otimizamos a biblioteca Tensorrt-LLM para acelerar a inferência e criamos um kit de 
ferramentas que oferece suporte à conversão de modelos. just-in-time Você pode usar esse kit 
de ferramentas para fornecer um ID do modelo Hugging Face e implantar o modelo de ponta 
a ponta. O kit de ferramentas também oferece suporte a lotes contínuos com streaming. Você 
pode compilar os modelos Llama-2 7B e 13B em cerca de 1-2 minutos e pode compilar o modelo 
70B em cerca de 7 minutos.

Para evitar a sobrecarga da compilação ao configurar um SageMaker endpoint e escalar suas 
instâncias, você pode usar a compilação Ahead of Time (AOT). Para obter mais informações 
sobre como preparar o modelo, consulte o tutorial de compilação de modelos do TensorRT-LLM. 
ahead-of-time

Também aceitamos qualquer modelo TensorRT LLM criado para o Triton Server que possa ser 
usado com o DLC LMI. Para exemplos sobre como implantar o Llama-2 70B usando o contêiner 
TRT-LLM 0.25.0 LMI, consulte os notebooks.
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https://huggingface.co/docs/transformers/index
https://huggingface.co/docs/diffusers/index
https://github.com/NVIDIA/TensorRT-LLM
https://docs.djl.ai/docs/serving/serving/docs/lmi/tutorials/trtllm_aot_tutorial.html
https://docs.djl.ai/docs/serving/serving/docs/lmi/tutorials/trtllm_aot_tutorial.html
https://github.com/aws/amazon-sagemaker-examples/tree/main/inference/generativeai/llm-workshop/deploy-V7-lmi/llama2_70b-lmi-trtllm.ipynb
https://github.com/aws/amazon-sagemaker-examples/tree/main/inference/generativeai/llm-workshop/deploy-V7-lmi/llama2_70b-lmi-trtllm.ipynb
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• DeepSpeed Inference é uma biblioteca de otimização de inferência de código aberto. Ele 
inclui esquemas de particionamento para paralelismo de modelos com modelos compatíveis, 
incluindo muitos modelos de transformadores. Ele também tem kernels otimizados para modelos 
populares, como OPT, GPT e BLOOM, que podem melhorar significativamente a latência da 
inferência. A versão dos DeepSpeed DLCs do LMI foi otimizada e testada para funcionar. 
SageMaker Ele inclui vários aprimoramentos, incluindo suporte para modelos de precisão BF16.

• Hugging Face Accelerate em uma biblioteca de inferência paralela de modelos de código aberto. 
Ele suporta paralelismo de modelos para a maioria dos modelos na biblioteca Hugging Face 
Transformers.

• FasterTransformeré uma biblioteca de código aberto da Nvidia que fornece um mecanismo 
acelerado para executar com eficiência a inferência de rede neural baseada em 
transformadores. Ele foi projetado para lidar com modelos grandes que exigem várias GPUs 
e nós de forma distribuída. A biblioteca inclui uma versão otimizada do bloco transformador, 
que compreende as partes do codificador e do decodificador, permitindo que você execute a 
inferência de arquiteturas completas de codificador-decodificador, como T5, bem como modelos 
somente de codificadores, como BERT, e modelos somente de decodificador, como GPT.

• Servidor modelo: os servidores modelo lidam com uma solicitação de inferência de ponta a 
ponta. Eles aceitam solicitações, invocam scripts de pré-processamento e pós-processamento 
e respondem aos usuários. Servidores de modelos que são compatíveis com o paralelismo de 
modelos também organizam trabalhadores e threads em vários dispositivos. SageMaker suporta 
os seguintes modelos de servidores:

• O DJL-Serving é um servidor modelo de código aberto de alto desempenho desenvolvido pela
DJL. Ele usa vários modelos de aprendizado profundo ou fluxos de trabalho e os disponibiliza 
por meio de um endpoint HTTP. As versões 0.19 e superiores são suportadas SageMaker 
e funcionam com instâncias do Amazon EC2 com várias GPUs para facilitar o LMI com 
paralelismo de modelos.

Tipos de instâncias compatíveis

Os DLCs LMI da AWS oferecem suporte aos tipos de instância p4d, p3, g5 e g4dn.

SageMaker parâmetros de endpoint para inferência de modelos grandes

Você pode personalizar os seguintes parâmetros para facilitar a inferência de modelos grandes (LMI) 
de baixa latência com: SageMaker
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https://www.deepspeed.ai/tutorials/inference-tutorial/
https://huggingface.co/docs/accelerate/index
https://github.com/NVIDIA/FasterTransformer
https://github.com/deepjavalibrary/djl-serving
https://djl.ai/
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• Tamanho máximo do volume do Amazon EBS na instância (VolumeSizeInGB): se o tamanho do 
modelo for maior que 30 GB e você estiver usando uma instância sem um disco local, aumente 
esse parâmetro para um pouco maior que o tamanho do seu modelo.

• Cota de tempo limite da verificação de saúde 
(ContainerStartupHealthCheckTimeoutInSeconds) — Se o contêiner estiver configurado 
corretamente e os CloudWatch registros indicarem um tempo limite da verificação de saúde, 
você deverá aumentar essa cota para que o contêiner tenha tempo suficiente para responder às 
verificações de saúde.

• Cota de tempo limite de download do modelo (ModelDataDownloadTimeoutInSeconds): se 
o tamanho do seu modelo for maior que 40 GB, você deverá aumentar essa cota para fornecer 
tempo suficiente para baixar o modelo do Amazon S3 para a instância.

Para obter mais informações sobre inferência de baixa latência com modelos grandes, consulte
Implantar modelos grandes na Amazon SageMaker usando DJL Serving e modelar DeepSpeed 
parallel inference. O trecho de código a seguir demonstra como configurar programaticamente os 
parâmetros mencionados acima. Substitua o texto do espaço reservado em itálico no 
exemplo por suas próprias informações.

import boto3

aws_region = "aws-region"
sagemaker_client = boto3.client('sagemaker', region_name=aws_region)

# The name of the endpoint. The name must be unique within an AWS Region in your AWS 
 account.
endpoint_name = "endpoint-name"

# Create an endpoint config name.
endpoint_config_name = "endpoint-config-name"

# The name of the model that you want to host.
model_name = "the-name-of-your-model"

instance_type = "instance-type"

sagemaker_client.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name 
    ProductionVariants=[ 
        { 
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https://aws.amazon.com/blogs/machine-learning/deploy-large-models-on-amazon-sagemaker-using-djlserving-and-deepspeed-model-parallel-inference/
https://aws.amazon.com/blogs/machine-learning/deploy-large-models-on-amazon-sagemaker-using-djlserving-and-deepspeed-model-parallel-inference/
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            "VariantName": "variant1", # The name of the production variant. 
            "ModelName": model_name, 
            "InstanceType": instance_type, # Specify the compute instance type. 
            "InitialInstanceCount": 1, # Number of instances to launch initially. 
            "VolumeSizeInGB": 256, # Specify the size of the Amazon EBS volume. 
            "ModelDataDownloadTimeoutInSeconds": 1800, # Specify the model download 
 timeout in seconds. 
            "ContainerStartupHealthCheckTimeoutInSeconds": 1800, # Specify the health 
 checkup timeout in seconds 
        }, 
    ],
)

sagemaker_client.create_endpoint(EndpointName=endpoint_name, 
 EndpointConfigName=endpoint_config_name) 
     

Para obter mais informações sobre as chaves paraProductionVariants, consulte
ProductionVariant.

Tutoriais de inferência de modelos grandes

Os tutoriais a seguir demonstram o uso de diferentes bibliotecas de paralelização de modelos e 
otimização de inferência disponíveis em um DLC de inferência de modelos grandes (LMI). Você pode 
usá-los para começar a usar o LMI ativado. SageMaker

Tópicos

• Inferência de modelo grande com DeepSpeed DJL Serving

• Inferência de modelo grande com FasterTransformer DJL Serving

• Grande inferência de modelo com TorchServe

• Recursos adicionais para dar os primeiros passos

Inferência de modelo grande com DeepSpeed DJL Serving

Este tutorial demonstra como implantar modelos grandes com o DJL Serving usando DeepSpeed 
as estruturas de paralelização de modelos Hugging Face Accelerate. Este exemplo usa um modelo 
GPT-J com 6 bilhões de parâmetros e uma instância ml.g5. Você pode modificar isso para 
funcionar com outros modelos e tipos de instância. Substitua o texto do espaço reservado em 
itálico nos exemplos por suas próprias informações.
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ProductionVariant.html
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Tópicos

• Imagem de contâiner de Inferência de modelo grande com DJL Serving

• Preparando seus artefatos do modelo

• Implemente o modelo usando o SageMaker SDK

Imagem de contâiner de Inferência de modelo grande com DJL Serving

Os DLCs de inferência de modelos grandes (LMI) estão disponíveis como imagens do Docker no 
Amazon Elastic Container Registry (Amazon ECR). Esses contêineres incluem os componentes, 
bibliotecas e drivers necessários para hospedar modelos grandes na infraestrutura do Amazon 
EC2 SageMaker ou usá-la. Você pode encontrar uma lista de DLCs de LMI na seção Inferência de 
modelos grandes da lista de DLCs. Este tutorial usa os seguintes contêineres:

Framework Tipo de trabalho CPU/GPU Opções de 
versão do 
Python

URL de exemplo

DJL Serving 
0.25.0 com 
DeepSpeed 
0.11.0, Hugging 
Face Transform 
ers 4.34.0 e 
Hugging Face 
Accelerate 
0.23.0

Inferência GPU 3.9 (py39) 763104351 
884.dkr. ecr.us-
east-1.amaz 
onaws.com /djl-
inference:0.25.0-
deepspeed0.11. 
0-cu118

Os DLCs do LMI são atualizados e testados regularmente. SageMaker Você pode referenciar 
diretamente esses URLs de imagem do Docker ao hospedar SageMaker, selecionando o contêiner 
mais adequado às suas necessidades. Cada imagem DLC do LMI inclui Accelerate DeepSpeed, 
Transformers e DJL Serving.
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https://github.com/aws/deep-learning-containers/blob/master/available_images.md#large-model-inference-containers
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#large-model-inference-containers
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Preparando seus artefatos do modelo

Os DLCs do LMI usam o DJL Serving para atender o seu modelo para inferência. Você precisa 
configurar o DJL Serving e empacotar seu modelo em um formato suportado pelo DJL Serving e 
DeepSpeed pelo LMI.

1. Crie um arquivo de configuração serving.properties para indicar ao DJL Serving quais 
bibliotecas de paralelização de modelos e otimização de inferência você gostaria de usar. Você 
pode encontrar as opções de configuração para ambos DeepSpeed e Hugging Face Accelerate 
em. Configurações e ajustes Modifique o arquivo de exemplo serving.properties a seguir 
para atender às suas necessidades.

engine=DeepSpeed
#engine=Python # for Hugging Face Accelerate, vLLM rolling batch
#engine=MPI # lmi-dist rolling batch option
option.entryPoint=djl_python.deepspeed
#option.entryPoint=djl_python.huggingface # for Hugging Face Accelerate
option.tensor_parallel_degree=2
option.model_id=EleutherAI/gpt-j-6B
option.max_rolling_batch_size=64
option.rolling_batch=deepspeed
option.task=text-generation
option.dtype=fp16

Para obter uma lista completa das opções de configuração, consulte Configurações e 
ajustes. A lista a seguir descreve algumas das opções usadas no arquivo de exemplo
serving.properties.

• option.entryPoint: essa opção é usada para especificar qual manipulador oferecido pelo 
DJL Serving você gostaria de usar. Os valores possíveis são huggingface, deepspeed e
stable-diffusion. Aqui nós usamos deepspeed.

• option.model_id: só forneça essa opção se você também fornecer option.entryPoint. 
E o valor dessa opção é o Hugging Face ID de um modelo ou o URL do S3 dos artefatos do 
modelo. O DJL Serving usa esse valor para baixar o modelo do Hugging Face ou do URL do 
S3.

• option.task: as arquiteturas de modelo geralmente exigem que você especifique uma 
tarefa como um dos parâmetros em transformers.pipeline.

• option.rolling_batch— Selecione uma estratégia de lote contínuo. O valor auto
fará com que o manipulador escolha a estratégia com base na configuração fornecida. Se 
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você especificar option.rolling_batch=djl_python.huggingface eauto, uma 
das seguintes opções será escolhida automaticamente com base no modelo:lmi-dist, 
ouscheduler. Se o motor estiver DeepSpeed, o lote deepspeed contínuo será escolhido.

Para obter mais informações, consulte as implementações do DeepSpeedmanipulador Hugging
Face e Hugging Face.

2. Empacote os artefatos do seu modelo em um arquivo tar compactado. DJL Serving e 
DeepSpeed espere que os artefatos do modelo sejam empacotados e formatados de uma forma 
específica. Esse exemplo usa a estrutura de diretórios a seguir para esse propósito.

 - deepspeed-gptj # root directory 
    - serving.properties             
    - model.py # your custom handler file, if you choose not to use the handlers 
 provided with DJL Serving 
    - model binary files # if you do not want to use option.model_id 
                 

O diretório raiz contém o arquivo serving.properties, junto com todos os outros arquivos 
necessários. Este tutorial só precisa do arquivo serving.properties porque ele usa 
o manipulador do DJL Serving e a opção model_id de baixar o modelo diretamente do 
Hugging Face. O trecho de código a seguir empacota os artefatos do modelo em um arquivo.tar 
compactado.

mkdir deepspeed-gptj
cp serving.properties deepspeed-gptj/                 
tar -czvf deepspeed-gptj.tar.gz deepspeed-gptj
aws s3 sync deepspeed-gptj.tar.gz s3://djl-sm-test/tutorial/ 
                 

Implemente o modelo usando o SageMaker SDK

Este exemplo é usado SageMaker para lidar com o processo de implantação do modelo de ponta a 
ponta em um endpoint de inferência.

1. Crie uma SageMaker sessão.

import boto3
import sagemaker
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https://github.com/deepjavalibrary/djl-serving/blob/master/engines/python/setup/djl_python/deepspeed.py
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aws_region = "aws-region"
sagemaker_session = 
 sagemaker.Session(boto_session=boto3.Session(region_name=aws_region)) 
                 

2. Crie um modelo em SageMaker.

from sagemaker.model import Model
from sagemaker import image_uris, get_execution_role

role = get_execution_role()

def create_model(model_name, model_s3_url): 
    # Get the DJL DeepSpeed image uri 
    image_uri = image_uris.retrieve( 
        framework="djl-deepspeed", 
        region=sagemaker_session.boto_session.region_name, 
        version="0.25.0" 
    ) 
    model = Model( 
        image_uri=image_uri, 
        model_data=model_s3_url, 
        role=role, 
        name=model_name, 
        sagemaker_session=sagemaker_session, 
    ) 
    return model 
                 

A instância g5.12xlarge tem 4 GPUs Nvidia A10G. O serving.properties em Preparando 
seus artefatos do modelo especificou um grau paralelo de tensor de 2. O DJL Serving carrega 
automaticamente 2 cópias do modelo com 2 partições paralelas de tensor para usar todas as 4 
GPUs na instância. Isso dobra o throughput.

3. Implante o modelo na instância g5.12xlarge.

from sagemaker import serializers, deserializers

def deploy_model(model, _endpoint_name): 
    model.deploy( 
        initial_instance_count=1, 
        instance_type="ml.g5.12xlarge", 
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        endpoint_name=_endpoint_name 
    ) 
    predictor = sagemaker.Predictor( 
        endpoint_name=_endpoint_name, 
        sagemaker_session=sagemaker_session, 
        serializer=serializers.JSONSerializer(), 
        deserializer=deserializers.JSONDeserializer() 
    ) 
    return predictor 
                 

4. Faça uma previsão.

import argparse
if __name__ == "__main__": 
    arg_parser = argparse.ArgumentParser() 

    group = arg_parser.add_mutually_group() 
    group.add_argument("--deepspeed", action="store_const", dest="framework", 
 const="deepspeed") 
    group.add_argument("--accelerate", action="store_const", dest="framework", 
 const="accelerate") 

    args = arg_parser.parse_args() 
     
    _model_name = f"{args.framework}-gptj" 
    _model_s3_url = f"s3://djl-sm-test/tutorial/{args.framework}-gptj.tar.gz" 
    _endpoint_name=f"{args.framework}-gptj" 

    model = create_model(_model_name, _model_s3_url) 
    predictor = deploy_model(model, _endpoint_name) 
    print(predictor.predict( 
                {  
                    "inputs" : "Large model inference is",  
                    "parameters": { "max_length": 50 }, 
                } 
    ))                     
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Inferência de modelo grande com FasterTransformer DJL Serving

Este tutorial demonstra como implantar um modelo T5 com contêineres de aprendizado profundo 
(DLCs) de inferência de modelos grandes (LMI), DJL Serving e a estrutura de paralelização de 
modelos. FasterTransformer Aqui, usamos um modelo flan-t5-xl com 3 bilhões de parâmetros e uma 
instância ml.g5. Você pode modificar isso para funcionar com outras variantes dos modelos T5 e 
tipos de instância. Substitua o texto do espaço reservado em itálico nos exemplos por 
suas próprias informações.

Imagem de contêiner de inferência de modelo grande com FasterTransformer back-end para DJL 
Serving

Os DLCs do LMI estão disponíveis como imagens do Docker no Amazon Elastic Container Registry 
(Amazon ECR). Esses contêineres incluem os componentes, bibliotecas e drivers necessários para 
hospedar modelos grandes na infraestrutura do Amazon EC2 SageMaker ou usá-la. Você pode 
encontrar uma lista de DLCs de LMI na seção Inferência de modelos grandes da lista de DLCs. Este 
tutorial usa os seguintes contêineres:

Framework Tipo de trabalho CPU/GPU Opções de 
versão do 
Python

URL de exemplo

DJL Serving 
0.23.0 com 
FasterTra 
nsformer 5.3, 
Hugging Face 
Transformers 
4.30.1.

Inferência GPU 3.9 (py39) 763104351 
884.dkr.ecr.us-
west-2.amazo 
naws.com/djl-
inference:0.23.0-
fastertransform 
er5.3.0-cu118

Os DLCs LMI são atualizados e testados regularmente. SageMaker Você pode referenciar 
diretamente esses URLs de imagem do Docker ao hospedar SageMaker, selecionando o contêiner 
mais adequado às suas necessidades. Cada imagem DLC do LMI inclui Accelerate DeepSpeed, 
Transformers e DJL Serving.
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Preparando seus artefatos do modelo

Os DLCs do LMI usam o DJL Serving para atender o seu modelo para inferência. Você deve 
configurar o DJL Serving e empacotar seu modelo em um formato compatível com o DJL Serving e. 
FasterTransformer

1. Crie um arquivo serving.properties de configuração para indicar ao DJL Serving quais 
bibliotecas de paralelização de modelos e otimização de inferência você gostaria de usar.

engine=FasterTransformer
option.tensor_parallel_degree=2
option.model_id=google/flan-t5-xl
option.dtype=fp32

Para obter uma lista completa das opções de configuração, consulte Configurações e ajustes. A 
lista a seguir descreve algumas das opções usadas no exemplo acima mencionado.

• option.tensor_parallel_degree: essa opção especifica o número de partições 
paralelas de tensores executadas no modelo.

• option.model_id: o valor dessa opção é o Hugging Face ID de um modelo ou o URL do 
S3 dos artefatos do modelo. O DJL Serving usa esse valor para baixar o modelo do Hugging 
Face ou do URL do S3.

• option.dtype: essa opção especifica o tipo de dados com o qual você deseja executar a 
inferência.

2. Crie um script model.py manipulador com um método handle que será invocado pelo DJL 
Serving quando as solicitações de inferência forem recebidas. Este tutorial usa o seguinte
model.py:

import fastertransformer as ft
from djl_python import Input, Output
from transformers import AutoTokenizer
import logging
import os

model = None

def load_model(properties): 
    model_name = properties["model_id"] 
    tensor_parallel_degree = int(properties["tensor_parallel_degree"]) 
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    pipeline_parallel_degree = 1 
    dtype = properties["dtype"] 
     
    logging.info(f"Loading model: {model_name}") 
    # Initialilizing model with FasterTransformer 
    model = ft.init_inference(model_name, tensor_parallel_degree, 
    pipeline_parallel_degree, dtype) 
    return model

def handle(inputs: Input): 
    global model 
     
    if not model: 
        model = load_model(inputs.get_properties()) 
     
    if inputs.is_empty(): 
        # Model server makes an empty call to warmup the model on startup 
        return None 
     
    data = inputs.get_as_json() 
    input_text = data["text"] 
    result = model.pipeline_generate(input_text) 
     
    return Output().add(result) 
                 

3. Empacote os artefatos do seu modelo em um arquivo tar compactado. O DJL Serving espera 
que os artefatos do modelo sejam empacotados e formatados de uma maneira específica. Esse 
exemplo usa a estrutura de diretórios a seguir para esse propósito.

 - deepspeed-gptj # root directory 
    - serving.properties             
    - model.py # your custom handler file, if you choose not to use the handlers 
 provided with DJL Serving

O diretório raiz contém os arquivos serving.properties e model.py. O trecho de código a 
seguir empacota os artefatos do modelo em um arquivo.tar compactado.

mkdir fastertransformer-t5
cp serving.properties fastertransformer-t5/
cp model.py fastertransformer-t5/
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tar -czvf fastertransformer-t5.tar.gz fastertransformer-t5/
aws s3 cp fastertransformer-t5.tar.gz s3://djl-sm-test/tutorial/

Implante o modelo usando o SageMaker SDK

Este exemplo é usado SageMaker para lidar com o processo de implantação do modelo de ponta a 
ponta em um endpoint de inferência.

1. Crie uma SageMaker sessão.

import boto3
import sagemaker

aws_region = "aws-region"
sagemaker_session = 
 sagemaker.Session(boto_session=boto3.Session(region_name=aws_region))

2. Crie um modelo em SageMaker.

from sagemaker.model import Model
from sagemaker import image_uris, get_execution_role

role = get_execution_role()

def create_model(model_name, model_s3_url): 
    image_uri = "763104351884.dkr.ecr.us-west-2.amazonaws.com/djl-inference:0.23.0-
fastertransformer5.3.0-cu118"       
    model = Model( 
        image_uri=image_uri, 
        model_data=model_s3_url, 
        role=role, 
        name=model_name, 
        sagemaker_session=sagemaker_session, 
    ) 
    return model

A instância g5.12xlarge tem 4 GPUs Nvidia A10G. O serving.properties em Preparando 
seus artefatos do modelo especificou um grau paralelo de tensor de 2. O DJL Serving carrega 
automaticamente 2 cópias do modelo com 2 partições paralelas de tensor para usar todas as 4 
GPUs na instância. Isso dobra o throughput.
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3. Implante o modelo na instância g5.12xlarge.

from sagemaker import serializers, deserializers

def deploy_model(model, _endpoint_name): 
    model.deploy( 
        initial_instance_count=1, 
        instance_type="ml.g5.12xlarge", 
        endpoint_name=_endpoint_name 
    ) 
    predictor = sagemaker.Predictor( 
        endpoint_name=_endpoint_name, 
        sagemaker_session=sagemaker_session, 
        serializer=serializers.JSONSerializer(), 
        deserializer=deserializers.JSONDeserializer() 
    ) 
    return predictor

4. Faça uma previsão

_model_name = "ft-flan-t5-xl"
_model_s3_url = "s3://djl-sm-test/tutorial/fastertransforemer-t5.tar.gz"
_endpoint_name="ft-flan-t5-xl"

model = create_model(_model_name, _model_s3_url)
predictor = deploy_model(model, _endpoint_name)
print(predictor.predict( 
            {  
                "text" : ["translate English to German: The house is wonderful."], 
            }
))

5. Reduza os recursos

predictor.delete_endpoint(delete_endpoint_config=True)

Grande inferência de modelo com TorchServe

Este tutorial demonstra como implantar modelos grandes e fornecer inferência TorchServe na 
Amazon SageMaker sem GPUs. Este exemplo implanta o modelo OPT-30b em uma instância
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ml.g5. Você pode modificar isso para funcionar com outros modelos e tipos de instância. Nos 
exemplos, substitua italicized placeholder text com suas próprias informações.

TorchServe é uma plataforma aberta poderosa para inferência de modelos distribuídos de grande 
porte. Ao oferecer suporte a bibliotecas populares como PyTorch PiPPy nativo e HuggingFace 
Accelerate DeepSpeed, ele oferece APIs de manipulador uniformes que permanecem consistentes 
em cenários de inferência de modelos grandes e não distribuídos. Para obter mais informações, 
consulte TorchServea grande documentação de inferência de modelos.

Contêineres de aprendizado profundo com TorchServe

Para implantar um modelo grande com TorchServe on SageMaker, você pode usar um dos 
contêineres de aprendizado SageMaker profundo (DLCs). Por padrão, TorchServe é instalado 
em todos os AWS PyTorch DLCs. Durante o carregamento do modelo, TorchServe é capaz de 
instalar bibliotecas especializadas personalizadas para modelos grandes, como PiPPy, Deepspeed e 
Accelerate.

A tabela a seguir lista todos os SageMaker DLCs com TorchServe.

Categoria DLC Framework Hardware URL de exemplo

SageMaker Contentor 
es de estrutura

PyTorch 2.0.0+ CPU, GPU 763104351884.dkr.e 
cr.us-east-1.amazo 
naws.com/pytorch-i 
nference:2.0.1-gpu-
py310-cu118-ubunt 
u20.04-sagemaker

SageMaker Contentor 
es Framework 
Graviton

PyTorch 2.0.0+ CPU 763104351884.dkr. 
ecr.us-east-1.amaz 
onaws.com /:2.0.1-c 
pu-py310-ubuntu20. 
04-sagemaker 
pytorch-inference- 
graviton

Contêineres de 
inferência StabilityAI

PyTorch 2.0.0+ GPU 763104351884.dkr. 
ecr.us-east-1.amaz 
onaws.com /:2.0.1-s 
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Categoria DLC Framework Hardware URL de exemplo

gm0.1.0-gpu-py310- 
cu118-ubuntu20.04- 
sagemaker stabilityai-
pytorch-inference

Contêineres de 
neurônios

PyTorch 1.13.1 Neuronx 763104351884.dkr. 
ecr.us-west-2.amaz 
onaws.com /:1.13.1- 
neuron-py310-sdk2. 
12.0-ubuntu20.04 
pytorch-inference- 
neuron

Conceitos básicos

Antes de implantar seu modelo, preencha os pré-requisitos. Você também pode configurar os 
parâmetros do modelo e personalizar o código do manipulador.

Pré-requisitos

Para começar, verifique se você tem os seguintes pré-requisitos:

1. Certifique-se de ter acesso a uma conta AWS. Configure seu ambiente para que a AWS CLI 
possa acessar sua conta por meio de um usuário do IAM da AWS ou de um perfil do IAM. 
Recomendamos usar uma função do IAM. Para fins de teste em sua conta pessoal, você pode 
anexar as seguintes políticas de permissões gerenciadas à função do IAM:

• Amazon EC2 ContainerRegistryFullAccess

• Amazon EC2 FullAccess

• AWSServiceRoleForAmazonEKSNodegroup

• AmazonSageMakerFullAccess

• Amazon S3 FullAccess

Para obter informações sobre como anexar políticas a identidades do IAM, consulte Adicionar e 
remover permissões de identidade do IAM no Guia do usuário do IAM AWS.
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2. Configure suas dependências localmente, conforme mostrado nos exemplos a seguir.

a. Instale a versão 2 do AWS CLI:

# Install the latest AWS CLI v2 if it is not installed
!curl "https://awscli.amazonaws.com/awscli-exe-linux-x86_64.zip" -o 
 "awscliv2.zip" !unzip awscliv2.zip
#Follow the instructions to install v2 on the terminal
!cat aws/README.md

b. Instale SageMaker e o cliente Boto3:

# If already installed, update your client
#%pip install sagemaker pip --upgrade --quiet
!pip install -U sagemaker
!pip install -U boto
!pip install -U botocore
!pip install -U boto3

Configurar parâmetros e configurações do modelo

TorchServe usa torchrun para configurar o ambiente distribuído para processamento paralelo do 
modelo. TorchServe tem a capacidade de oferecer suporte a vários trabalhadores em um modelo 
grande. Por padrão, TorchServe usa um algoritmo round-robin para atribuir GPUs a um trabalhador 
em um host. No caso de inferência de modelos grandes, o número de GPUs atribuídas a cada 
operador é calculado automaticamente com base no número de GPUs especificado no arquivo
model_config.yaml. A variável de ambiente CUDA_VISIBLE_DEVICES, que especifica as IDs 
dos dispositivos da GPU que estão visíveis em um determinado momento é definida com base nesse 
número.

Por exemplo, suponha que haja oito GPUs em um nó e um operador precise de quatro GPUs 
em um nó (nproc_per_node=4). Nesse caso, TorchServe atribui quatro GPUs ao primeiro 
trabalhador (CUDA_VISIBLE_DEVICES="0,1,2,3") e quatro GPUs ao segundo trabalhador ().
CUDA_VISIBLE_DEVICES="4,5,6,7”

Além desse comportamento padrão, TorchServe fornece a flexibilidade para os usuários 
especificarem GPUs para um trabalhador. Por exemplo, se você definir a variável deviceIds: 
[2,3,4,5] no arquivo YAML de configuração do modelo e definirnproc_per_node=2, 
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TorchServe atribuirá CUDA_VISIBLE_DEVICES=”2,3” ao primeiro trabalhador e
CUDA_VISIBLE_DEVICES="4,5” ao segundo trabalhador.

No exemplo model_config.yaml a seguir, configuramos os parâmetros front-end e back-end para 
o modelo OPT-30b. Os parâmetros de front-end configurados são parallelType, deviceType,
deviceIds  e torchrun. Para obter informações mais detalhadas sobre os parâmetros de front-
end que você pode configurar, consulte a PyTorch GitHub documentação. A configuração de back-
end é baseada em um mapa YAML que permite a personalização em estilo livre. Para os parâmetros 
de back-end, definimos a DeepSpeed configuração e os parâmetros adicionais usados pelo código 
do manipulador personalizado.

# TorchServe front-end parameters
minWorkers: 1
maxWorkers: 1
maxBatchDelay: 100
responseTimeout: 1200
parallelType: "tp"
deviceType: "gpu"
# example of user specified GPU deviceIds
deviceIds: [0,1,2,3] # sets CUDA_VISIBLE_DEVICES

torchrun: 
    nproc-per-node: 4

# TorchServe back-end parameters
deepspeed: 
    config: ds-config.json 
    checkpoint: checkpoints.json

handler: # parameters for custom handler code 
    model_name: "facebook/opt-30b" 
    model_path: "model/models--facebook--opt-30b/snapshots/
ceea0a90ac0f6fae7c2c34bcb40477438c152546" 
    max_length: 50 
    max_new_tokens: 10 
    manual_seed: 40

Personalizar manipuladores

TorchServe oferece manipuladores básicos e utilitários de manipulador para inferência de modelos 
grandes criados com bibliotecas populares. O exemplo a seguir demonstra como a classe do 
manipulador personalizado TransformersSeqClassifierHandlerestende BaseDeepSpeedHandlere 
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usa os utilitários do manipulador. Para ver um exemplo de código completo, consulte o
custom_handler.pycódigo na PyTorch GitHub documentação.

class TransformersSeqClassifierHandler(BaseDeepSpeedHandler, ABC): 
    """ 
    Transformers handler class for sequence, token classification and question 
 answering. 
    """ 

    def __init__(self): 
        super(TransformersSeqClassifierHandler, self).__init__() 
        self.max_length = None 
        self.max_new_tokens = None 
        self.tokenizer = None 
        self.initialized = False 

    def initialize(self, ctx: Context): 
        """In this initialize function, the HF large model is loaded and 
        partitioned using DeepSpeed. 
        Args: 
            ctx (context): It is a JSON Object containing information 
            pertaining to the model artifacts parameters. 
        """ 
        super().initialize(ctx) 
        model_dir = ctx.system_properties.get("model_dir") 
        self.max_length = int(ctx.model_yaml_config["handler"]["max_length"]) 
        self.max_new_tokens = int(ctx.model_yaml_config["handler"]["max_new_tokens"]) 
        model_name = ctx.model_yaml_config["handler"]["model_name"] 
        model_path = ctx.model_yaml_config["handler"]["model_path"] 
        seed = int(ctx.model_yaml_config["handler"]["manual_seed"]) 
        torch.manual_seed(seed) 

        logger.info("Model %s loading tokenizer", ctx.model_name) 

        self.tokenizer = AutoTokenizer.from_pretrained(model_name) 
        self.tokenizer.pad_token = self.tokenizer.eos_token 
        config = AutoConfig.from_pretrained(model_name) 
        with torch.device("meta"): 
            self.model = AutoModelForCausalLM.from_config( 
                config, torch_dtype=torch.float16 
            ) 
        self.model = self.model.eval() 
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        ds_engine = get_ds_engine(self.model, ctx) 
        self.model = ds_engine.module 
        logger.info("Model %s loaded successfully", ctx.model_name) 
        self.initialized = True 

    def preprocess(self, requests): 
        """ 
        Basic text preprocessing, based on the user's choice of application mode. 
        Args: 
            requests (list): A list of dictionaries with a "data" or "body" field, each 
                            containing the input text to be processed. 
        Returns: 
            tuple: A tuple with two tensors: the batch of input ids and the batch of 
                attention masks. 
        """ 

    def inference(self, input_batch): 
        """ 
        Predicts the class (or classes) of the received text using the serialized 
 transformers 
        checkpoint. 
        Args: 
            input_batch (tuple): A tuple with two tensors: the batch of input ids and 
 the batch 
                                of attention masks, as returned by the preprocess 
 function. 
        Returns: 
            list: A list of strings with the predicted values for each input text in 
 the batch. 
        """ 
         
    def postprocess(self, inference_output): 
        """Post Process Function converts the predicted response into Torchserve 
 readable format. 
        Args: 
            inference_output (list): It contains the predicted response of the input 
 text. 
        Returns: 
            (list): Returns a list of the Predictions and Explanations. 
        """
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Prepare artefatos do seu modelo

Antes de implantar seu modelo SageMaker, você deve empacotar seus artefatos de modelo. Para 
modelos grandes, recomendamos que você use a PyTorch torch-model-archiverferramenta com o 
argumento--archive-format no-archive, que ignora a compactação de artefatos do modelo. 
O exemplo a seguir salva todos os artefatos do modelo em uma nova pasta chamada opt/.

torch-model-archiver --model-name opt --version 1.0 --handler custom_handler.py --
extra-files ds-config.json -r requirements.txt --config-file opt/model-config.yaml --
archive-format no-archive

Depois que a opt/ pasta for criada, baixe o modelo Opt-30b para a pasta usando a ferramenta 
Download_model. PyTorch

cd opt
python path_to/Download_model.py --model_path model --model_name facebook/opt-30b --
revision main

Por fim, faça upload dos artefatos do modelo para um bucket do Amazon S3.

aws s3 cp opt {your_s3_bucket}/opt --recursive

Agora você deve ter artefatos de modelo armazenados no Amazon S3 prontos para serem 
implantados em um endpoint. SageMaker

Implante o modelo usando o SDK do SageMaker Python

Depois de preparar seus artefatos de modelo, você pode implantar seu modelo em um endpoint de 
SageMaker hospedagem. Esta seção descreve como implantar um único modelo grande em um 
endpoint e fazer previsões de resposta de streaming. Para obter mais informações sobre streaming 
de respostas de endpoints, consulte Invocar endpoints em tempo real.

Para implantar seu modelo, conclua as seguintes etapas:

1. Crie uma SageMaker sessão, conforme mostrado no exemplo a seguir.

import boto3
import sagemaker
from sagemaker import Model, image_uris, serializers, deserializers

boto3_session=boto3.session.Session(region_name="us-west-2")
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smr = boto3.client('sagemaker-runtime-demo')
sm = boto3.client('sagemaker')
role = sagemaker.get_execution_role()  # execution role for the endpoint
sess= sagemaker.session.Session(boto3_session, sagemaker_client=sm, 
 sagemaker_runtime_client=smr)  # SageMaker session for interacting with different 
 AWS APIs
region = sess._region_name  # region name of the current SageMaker Studio Classic 
 environment
account = sess.account_id()  # account_id of the current SageMaker Studio Classic 
 environment

# Configuration:
bucket_name = sess.default_bucket()
prefix = "torchserve"
output_path = f"s3://{bucket_name}/{prefix}"
print(f'account={account}, region={region}, role={role}, 
 output_path={output_path}')

2. Crie um modelo não compactado em SageMaker, conforme mostrado no exemplo a seguir.

from datetime import datetime

instance_type = "ml.g5.24xlarge"
endpoint_name = sagemaker.utils.name_from_base("ts-opt-30b")
s3_uri = {your_s3_bucket}/opt

model = Model( 
    name="torchserve-opt-30b" + datetime.now().strftime("%Y-%m-%d-%H-%M-%S"), 
    # Enable SageMaker uncompressed model artifacts 
    model_data={ 
        "S3DataSource": { 
                "S3Uri": s3_uri, 
                "S3DataType": "S3Prefix", 
                "CompressionType": "None", 
        } 
    }, 
    image_uri=container, 
    role=role, 
    sagemaker_session=sess, 
    env={"TS_INSTALL_PY_DEP_PER_MODEL": "true"},
)
print(model)

3. Implante o modelo em uma instância do Amazon EC2, conforme mostrado no exemplo a seguir.
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model.deploy( 
    initial_instance_count=1, 
    instance_type=instance_type, 
    endpoint_name=endpoint_name, 
    volume_size=512, # increase the size to store large model 
    model_data_download_timeout=3600, # increase the timeout to download large 
 model 
    container_startup_health_check_timeout=600, # increase the timeout to load 
 large model
)

4. Inicialize uma classe para processar a resposta de streaming, conforme mostrado no exemplo a 
seguir.

import io

class Parser: 
    """ 
    A helper class for parsing the byte stream input.  
     
    The output of the model will be in the following format: 
    ``` 
    b'{"outputs": [" a"]}\n' 
    b'{"outputs": [" challenging"]}\n' 
    b'{"outputs": [" problem"]}\n' 
    ... 
    ``` 
     
    While usually each PayloadPart event from the event stream will contain a byte 
 array  
    with a full json, this is not guaranteed and some of the json objects may be 
 split across 
    PayloadPart events. For example: 
    ``` 
    {'PayloadPart': {'Bytes': b'{"outputs": '}} 
    {'PayloadPart': {'Bytes': b'[" problem"]}\n'}} 
    ``` 
     
    This class accounts for this by concatenating bytes written via the 'write' 
 function 
    and then exposing a method which will return lines (ending with a '\n' 
 character) within 
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    the buffer via the 'scan_lines' function. It maintains the position of the last 
 read  
    position to ensure that previous bytes are not exposed again.  
    """ 
     
    def __init__(self): 
        self.buff = io.BytesIO() 
        self.read_pos = 0 
         
    def write(self, content): 
        self.buff.seek(0, io.SEEK_END) 
        self.buff.write(content) 
        data = self.buff.getvalue() 
         
    def scan_lines(self): 
        self.buff.seek(self.read_pos) 
        for line in self.buff.readlines(): 
            if line[-1] != b'\n': 
                self.read_pos += len(line) 
                yield line[:-1] 
                 
    def reset(self): 
        self.read_pos = 0

5. Teste uma previsão de resposta de streaming, conforme mostrado no exemplo a seguir.

import json

body = "Today the weather is really nice and I am planning on".encode('utf-8')
resp = smr.invoke_endpoint_with_response_stream(EndpointName=endpoint_name, 
 Body=body, ContentType="application/json")
event_stream = resp['Body']
parser = Parser()
for event in event_stream: 
    parser.write(event['PayloadPart']['Bytes']) 
    for line in parser.scan_lines(): 
        print(line.decode("utf-8"), end=' ')

Agora você implantou seu modelo em um SageMaker endpoint e deve ser capaz de invocá-lo 
para obter respostas. Para obter mais informações sobre endpoints SageMaker em tempo real, 
consulteHospede um modelo único.
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Recursos adicionais para dar os primeiros passos

Para obter mais informações sobre o uso de DLCs do SageMaker LMI, consulte os seguintes 
recursos:

• Blog: Melhore o desempenho da produtividade dos modelos Llama 2 usando a Amazon 
SageMaker

• Blog: Melhore o desempenho dos modelos Falcon com a Amazon SageMaker

• Blog: Crie um aplicativo image-to-text generativo de IA usando modelos de multimodalidade na 
Amazon SageMaker

• Blog: Implante grandes modelos de linguagem no AWS Inferentia2 usando grandes modelos de 
contêineres de inferência

• Blog: Implante o BLOOM-176B e o OPT-30B na Amazon com inferência de modelos SageMaker 
grandes, Deep Learning Containers e DeepSpeed

• Blog: Implante modelos grandes na Amazon SageMaker usando o DJL Serving e DeepSpeed 
modele a inferência paralela

• Exemplos de cadernos:  GitHub repositório AWS SageMaker de exemplos.

Configurações e ajustes

As seções a seguir descrevem as opções de configuração que você pode usar dentro do arquivo
serving.properties.

Configurações gerais do DJL Serving

A tabela a seguir identifica as opções gerais de configuração do DJL Serving que você pode usar no
serving.properties, independentemente do manipulador que você escolher.

Parâmetros gerais

Item Obrigatório Descrição Valor de exemplo

engine Sim O mecanismo do 
tempo de execução 
do código. O MPI é 
um mecanismo que 
permite que o servidor 

Python,MPI,
DeepSpeed
(obsoleto)
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Item Obrigatório Descrição Valor de exemplo

do modelo inicie 
processos distribuí 
dos para carregar o 
modelo. Isso é usado 
em algumas das 
estruturas que são 
suportadas pelo LMI.

A partir da versão 
0.25.0, o TRTLLM, 
o LMI-dist e os 
DeepSpeed 
frameworks usam o 
mecanismo MPI. O 
vLLM, X, Optimum 
Neuron, Accelerat 
e usa o mecanismo 
Python. Transform 
ersNeuron HuggingFa 
ce

option.mo 
del_dir

Não O caminho do 
diretório para carregar 
o modelo. O padrão 
é definido como o 
caminho atual com 
arquivos de modelo. 
SageMakerAtivado, 
isso é definido como 
o local em que 
SageMaker baixa o 
objeto de modelo do 
Amazon S3.

Padrão: /opt/djl/ 
ml
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Item Obrigatório Descrição Valor de exemplo

option.model_id Não O valor dessa opção 
será o Hugging Face 
ID de um modelo ou o 
URL S3 dos artefatos 
do modelo. A DJL 
Serving usará o ID 
para baixar o modelo 
do Hugging Face 
ou do URL do S3. 
O DJL Serving usa 
s5cmd para baixar 
o modelo do bucket, 
o que geralmente é 
mais rápido

google/flan-
t5-xl, s3://
<my-bucket>/g 
oogle/flan-t5-
xl

Padrão: nenhum

option.dtype Não O tipo de dados para 
o qual você planeja 
converter o modelo. O 
padrão é fp16. Você 
também pode definir 
como bf16 se estiver 
usando máquinas de 
GPU G5, P4D e mais 
recentes.

fp16,, fp32bf16,
int8 (usado apenas 
no LMI-dist)

Configurações e ajustes 4505



Amazon SageMaker Guia do Desenvolvedor

Item Obrigatório Descrição Valor de exemplo

option.te 
nsor_para 
llel_degree

Não O número de GPUs 
(número de divisão 
do modelo) para 
fragmentar o modelo. 
Se você estiver 
usando LLMs, defina 
esse valor para obter 
o melhor desempenh 
o. Se você não sabe 
qual deve ser o valor, 
comece a tentar do 
“máximo” (divida o 
modelo até o número 
máximo de GPUs na 
máquina).

Padrão para 
DeepSpeed, 
Transformer-Neuron 
X: 1

Padrão para 
HuggingFace 
Accelerate: -1

Padrão para o 
contêiner trtLLM: max
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Item Obrigatório Descrição Valor de exemplo

option.ro 
lling_batch

Não Também conhecido 
como lotes contínuos. 
Permite o agrupamen 
to em lotes em nível 
de iteração usando 
uma das estratégi 
as suportadas. Isso 
permite que solicitaç 
ões simultâneas 
que chegaram em 
momentos diferente 
s sejam mescladas 
como um lote para 
executar inferência 
com o servidor do 
modelo.

Desativado para 
DeepSpeed contêiner 
por padrão, pois há 
muitas opções de 
back-ends.

Para o contêiner 
TensorRT, o lote 
contínuo é ativado por 
padrão.

Para Transform 
ersNeuron X, isso 
está desativado por 
padrão.

DeepSpeed recipient 
e:auto,scheduler

,lmi-dist,vllm,
deepspeed

Recipiente de 
neurônios: auto

Contêiner TRTLLM:
trtllm
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Item Obrigatório Descrição Valor de exemplo

option.ma 
x_rolling 
_batch_size

Não O máximo de solicitaç 
ões ou lotes simultâne 
os que o modelo pode 
receber. O servidor 
modelo alimentará 
os processos python 
<max_rolling_batch 
_size>para evitar 
o OOM da GPU. O 
cliente ainda pode 
enviar mais solicitaç 
ões para o servidor 
modelo. As solicitaç 
ões mais do que 
<max_rolling_batch 
_size>serão enfileira 
das e enviadas ao 
Python até serem 
concluídas.

Nota: Essa é uma 
configuração específic 
a do modelo. Se você 
definir o <max_roll 
ing_batch_size>Mod 
elo A e houver N 
cópias do Modelo A 
dentro do contêiner 
. Então, o servidor 
modelo pode lidar 
com até <max_roll 
ing_batch_size>x N 
solicitações.

Padrão: 32 (para 
todos os motores, 
exceto DeepSpeed)

Padrão: 4 (para 
DeepSpeed)
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Parâmetros avançados

Item Obrigatório Descrição Valor de exemplo

option.tr 
ust_remot 
e_code

Não Defina true para 
usar um modelo 
Hugging Face Hub 
com código personali 
zado. Definimos 
um valor padrão 
para evitar false a 
execução de código 
malicioso no Hugging 
Face Hub.

Padrão: false

option.revision Não Use uma versão 
específica ou 
confirme o hash 
de um modelo do 
Hugging Face Hub

Padrão: nenhum

option.en 
tryPoint

Opção. Ponto de 
entrada

Define qual manipulad 
or de carregame 
nto de modelo 
integrado usar. Você 
também pode usar 
um manipulador de 
modelo personali 
zado (model.py) no 
diretório do modelo. 
Especifique como 
djl_python. <prebuilt 
handler>ou o caminho 
para seu manipulador 
personalizado.

Diferentes DLCs que 
oferecemos escolhem 

djl_pytho 
n.deepspe 
ed , djl_pytho 
n.hugging 
face , djl_pytho 
n.transfo 
rmers_neu 
ronx , djl_pytho 
n.tensorr 
t_llm , djl_pytho 
n.stable_ 
diffusion
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Item Obrigatório Descrição Valor de exemplo

o ponto de entrada 
para você. Por 
exemplo, se você usa 
o TensorRTLLM DLC, 
ele usa djl_pytho 
n.tensorrt_llm

option.pa 
rallel_loading

Não Ele carrega os 
trabalhadores em 
paralelo e reduz o 
tempo de carregame 
nto do modelo se o 
modelo puder caber 
na memória da CPU 
com vários processos.

Nota: Se você estiver 
carregando N cópias 
do modelo ao mesmo 
tempo, o pico de 
memória da CPU 
pode subir para N x 
model_size e causar 
OOM da CPU.

Padrão: false
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Item Obrigatório Descrição Valor de exemplo

option.mo 
del_loadi 
ng_timeout

Não Define o limite de 
tempo em que o 
modelo pode carregar 
antes do tempo 
limite do servidor do 
modelo. O tempo 
padrão é 30 min 
(1800s).

<model_loading_tim 
eout>Se você 
estiver usando on 
SageMaker e espera 
que o modelo demore 
mais para carregar, 
você também deve 
definir container 
_startup_health_ch 
eck_timeout= on 
SageMaker

Padrão: 1800
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Item Obrigatório Descrição Valor de exemplo

job_queue_size Não Especifica o tamanho 
da fila de trabalhos 
no nível do modelo. 
A fila de trabalhos 
geralmente é usada 
para lidar com 
solicitações simultâne 
as que vão além do 
que o servidor do 
modelo de back-
end pode aceitar. 
<job_queue_size>O 
servidor modelo 
colocará as solicitaç 
ões em fila até.

Padrão: 1000

option.ou 
tput_formatter

Não Use somente 
se option.ro 
lling_batch
estiver habilitado. 
Define qual formato 
de saída o servidor 
modelo será enviado 
como resultado. Se 
nenhum valor for 
definido, enviaremos 
de volta o JSON em 
tokens.

json, jsonlines

Padrão: json
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Item Obrigatório Descrição Valor de exemplo

option.en 
able_streaming
(Obsoleto desde 
0.25.0)

Não A partir da versão 
0.25.0, começamos 
a descontinuar 
esse parâmetro. 
Permite o streaming 
de respostas para 
lotes estáticos. Use
huggingface  para 
habilitar a saída de 
streaming HuggingFa 
ce semelhante a -.

RollingBatch já faz 
streaming de tokens 
por padrão. Definir 
esse valor para não 
RollingBatch tem 
efeito.

false, true,
huggingface

Parâmetros avançados: dosagem dinâmica

Item Obrigatório Descrição Valor de exemplo

batch_size Não Processamento em 
ynamic-request-
level lote D. Isso é 
comumente usado 
em inferência não 
textual para esperar 
que as solicitações 
cheguem para criar 
um lote. Ele ajuda a 
lidar com solicitações 
simultâneas com mais 
eficiência. Os lotes 

Padrão: 1
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Item Obrigatório Descrição Valor de exemplo

dinâmicos não podem 
ser usados com lotes 
contínuos, pois são 
algoritmos de lotes 
diferentes definidos 
pelo servidor do 
modelo.

option.ma 
x_batch_delay

Não O atraso máximo 
para agregação de 
lotes em milissegu 
ndos. Esperaremos 
<max_batch_delay>m 
ilissegundos de 
duração para coletar 
solicitações de 
<batch_size>tamanho 
adequado para enviar 
ao servidor modelo.

Padrão: 100

option.ma 
x_idle_time

Não O tempo máximo 
de inatividade em 
segundos antes que a 
linha de trabalho seja 
reduzida.

Padrão: 60

Configurações do manipulador Hugging Face

Se você usa o manipulador Hugging Face fornecido pela DJL Serving, poderá configurar as opções 
na tabela a seguir em serving.properties.
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Parâmetros gerais

Item Obrigatório Descrição Valor de exemplo

option.de 
vice_map

Não Permite ajustar o 
modelo em várias 
GPUs.

auto, balanced,
balanced_low_0 ,
sequential

Padrão: auto se os 
dispositivos tp > 0 
e cuda estiverem 
disponíveis

option.lo 
w_cpu_mem 
_usage

Não Reduz o uso de 
memória da CPU ao 
carregar modelos. 
Recomendamos que 
você configure isto 
como TRUE.

TRUE

option.quantize Não Quantize o modelo 
com os métodos 
de quantização 
suportados.

bitsandbytes4 ,
bitsandbytes8

Padrão: nenhum

bitsandbytes4 é 
equivalente à
load_in_4bit
opção.

option.task Não A tarefa usada no 
Hugging Face para 
diferentes pipelines.

text-generation
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Parâmetros avançados

Item Obrigatório Descrição Valor de exemplo

option.de 
coding_st 
rategy

Não Especifica o método 
de decodificação 
para pesquisa 
amostral, gananciosa 
e contrastiva.

sample, greedy,
contrastive

Padrão: greedy

option.di 
sable_fla 
sh_attn

Não Usado para alternar 
entre usar huggingfa 
ce flash_attention ou 
não. Observe que a 
atenção instantânea 
de abraçar o rosto 
pode ser afetada pelo 
preenchimento.

Padrão: true

option.lo 
ad_in_4bit
(Obsoleto desde 
0.25.0)

Não Usa quantização de 
bits e bytes. Com 
suporte apenas em 
alguns modelos.

Suspenso. Use
option.qu 
antize=bi 
tsandbytes4  em 
vez disso.

Padrão: false

option.lo 
ad_in_8bi 
t (Obsoleto desde 
0.25.0)

Não Usa quantização de 
bits e bytes. Com 
suporte apenas em 
alguns modelos.

Suspenso. Use
option.qu 
antize=bi 
tsandbytes8  em 
vez disso.

Padrão: false

option.ma 
x_sparsity

Não Usado no mecanismo 
de limite de esparsida 
de máxima. Limita 
a max_sparsity 

0.01, 0.5

Padrão: 0.33
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Item Obrigatório Descrição Valor de exemplo

na sequência de 
tokens causada pelo 
preenchimento.

option.ma 
x_splits

Não Usado no mecanismo 
de limite de esparsida 
de máxima. Limita o 
número máximo de 
divisões em lote, em 
que cada divisão tem 
sua própria chamada 
de inferência.

1, 5

Padrão: 3

Configurações do manipulador LMI-dist

Se você usar o LMI-dist para a opção de lote contínuo com o DJL Serving, poderá configurar as 
opções na tabela a seguir em. serving.properties

Parâmetros gerais

Item Obrigatório Descrição Valor de exemplo

option.quantize Não Use a <option.q 
uantize>tecnologia 
de quantização com 
o modelo. O gptq 
quantize requer o 
carregamento de um 
modelo gptq.

bitsandbytes está 
obsoleto. Em vez 
disso, use bitsandby 
tes8. As duas opções 
são as mesmas.

bitsandbytes8 ,
gptq

Padrão: None
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Parâmetros avançados

Item Obrigatório Descrição Valor de exemplo

option.pa 
ged_attention

Não Use PagedAttention 
ou não. O padrão 
é sempre usar. 
Desative isso se você 
planeja executar em 
G4 ou arquitetura de 
GPU mais antiga

Padrão: true

option.ma 
x_rolling 
_batch_pr 
efill_tok 
ens (Obsoleto desde 
0.25.0)

Não Limita o número 
de tokens para 
armazenamento em 
cache. Isso precisa 
ser ajustado com 
base no tamanho do 
lote e no comprimen 
to da sequência de 
entrada para evitar 
o OOM da GPU. 
Atualmente, estamos 
calculando o melhor 
valor para você. 
A partir da versão 
0.25.0, isso não é 
mais necessário.

<max_rolling_batch 
_prefill_tokens>Se 
você ainda planeja 
calcular esse valor 
manualmente, 
use esta fórmula: 
(max_input_tokens + 
max_output_tokens) 
* batch_size =. Por 

Padrão: nenhum
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Item Obrigatório Descrição Valor de exemplo

exemplo, entrada 512, 
saída 512 e tamanho 
de lote 16 definiriam 
16384. Definir esse 
valor não significa 
que você precise 
enviar a entrada 512 
e a saída 512. Você 
ainda pode fazer 
1024 entradas, 512 
saídas com tamanho 
de lote 10 para sua 
solicitação (16384/(1 
024+512)) = 10,6

Configurações do manipulador vLLM

Se você usar o vLLM para a opção de lote contínuo com o DJL Serving, poderá configurar as opções 
na tabela a seguir em. serving.properties

Item Obrigatório Descrição Valor de exemplo

option.quantize Não Quantize o modelo 
com os métodos 
de quantização 
suportados

awq

Padrão: nenhum

option.ma 
x_rolling 
_batch_pr 
efill_tokens

Não Limita o número 
de tokens para 
armazenamento em 
cache. Isso precisa 
ser ajustado com 
base no tamanho do 
lote e no comprimen 
to da sequência 

Padrão: nenhum
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Item Obrigatório Descrição Valor de exemplo

de entrada para 
evitar o OOM da 
GPU. Se você não 
definir, o vLLM tentará 
encontrar um bom 
número para se 
encaixar.

<max_rolling_batch 
_prefill_tokens>Se 
você ainda planeja 
calcular esse valor 
manualmente, 
use esta fórmula: 
(max_input_tokens + 
max_output_tokens) 
* batch_size =. Por 
exemplo, entrada 512, 
saída 512 e tamanho 
de lote 16, definiriam 
16384. Definir esse 
valor não significa 
que você precise 
enviar a entrada 512 
e a saída 512. Você 
ainda pode fazer 
1024 entradas, 512 
saídas com tamanho 
de lote 10 para sua 
solicitação (16384/(1 
024+512)) = 10,6
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DeepSpeed configurações do manipulador

Se você usar o DeepSpeed manipulador fornecido pelo DJL Serving, poderá configurar as opções na 
tabela a seguir em. serving.properties

Parâmetros gerais

Item Obrigatório Descrição Valor de exemplo

option.ma 
x_tokens

Não Número total de 
tokens (entrada e 
saída) com os quais 
DeepSpeed você 
pode trabalhar. O 
número de tokens de 
saída é a diferença 
entre o número total 
de tokens e o número 
de tokens de entrada. 
Por padrão, definimos 
o valor como 1024. 
Se você estiver 
procurando por uma 
geração de sequência 
longa, talvez queira 
definir isso para um 
valor mais alto, como 
2048 ou 4096.

1024

option.quantize Não Especifique 
essa opção para 
quantizar seu 
modelo usando os 
métodos de quantizaç 
ão suportados 
em. DeepSpeed 
SmoothQuant é 
a nossa oferta 

dynamic_int8 ,
smoothquant
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Item Obrigatório Descrição Valor de exemplo

especial para fornecer 
quantização com 
melhor qualidade.

option.task Não A tarefa usada no 
Hugging Face para 
diferentes pipelines. O 
padrão é text-gene 
ration .

text-generation

Parâmetros avançados

Item Obrigatório Descrição Valor de exemplo

option.ch 
eckpoint

Não Caminho para 
o arquivo de 
ponto de verificaç 
ão DeepSpeed 
compatível.

ds_infere 
nce_check 
point.json

option.en 
able_cuda 
_graph

Não Ativa a captura do 
gráfico CUDA do 
passe para frente 
para acelerar.

TRUE

option.lo 
w_cpu_mem 
_usage

Não Reduz o uso de 
memória da CPU ao 
carregar modelos. 
Recomendamos que 
você configure isto 
como TRUE.

TRUE

option.re 
turn_tuple

Não Se as camadas 
do transformador 
precisam retornar 

FALSE
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Item Obrigatório Descrição Valor de exemplo

uma tupla ou um 
tensor.

option.sm 
oothquant 
_alpha

Não Se smoothquant 
for fornecido em 
option.quantize, você 
poderá fornecer esse 
valor alfa. Se não for 
fornecido, DeepSpeed 
escolherá um para 
você

Qualquer valor 
flutuante entre 0 e 1

option.tr 
aining_mp_size

Não Se o modelo foi 
treinado DeepSpeed 
, isso indica o grau 
de paralelismo do 
tensor com o qual o 
modelo foi treinado. 
Pode ser diferente do 
grau de paralelismo 
do tensor desejado 
para inferência.

2

option.tr 
iangular_ 
masking

Não Se deve usar 
máscara triangula 
r para a máscara 
de atenção. Isso é 
específico do aplicativ 
o ou modelo.

FALSE

FasterTransformer configurações do manipulador

Se você usar o FasterTransformer manipulador fornecido pelo DJL Serving, poderá configurar as 
opções na tabela a seguir em. serving.properties
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Item Obrigatório Descrição Valor de exemplo

option.mo 
del_dir

Não O caminho do 
diretório para carregar 
o modelo. O padrão 
é definido como o 
caminho atual com 
arquivos de modelo.

Padrão: /opt/djl/ 
ml

option.model_id Não Isso substitui
option.mo 
del_dir , se 
configurado. Usado 
para baixar o modelo 
do Hugging Face ou 
de um bucket S3

google/flan-
t5-xl, s3://my-b 
ucket/google/
flan-t5-xl

Padrão: nenhum

Configurações do manipulador Neuronx LMI

Se você usa o manipulador Neuronx LMI fornecido pela DJL Serving, poderá configurar as opções na 
tabela a seguir em serving.properties.

Parâmetros gerais

Item Obrigatório Descrição Valor de exemplo

option.lo 
ad_in_8bit

Não Especifique essa 
opção para quantizar 
seu modelo usando 
os métodos de 
quantização 
suportados em X. 
TransformerNeuron

True, False

Padrão: False

option.n_ 
positions

Não Entrada máxima 
mais o tamanho do 
token de saída por 
solicitação. Talvez 

Padrão: 128
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Item Obrigatório Descrição Valor de exemplo

você queira aumentar 
esse valor se planeja 
fazer inferência com 
tokens de entrada ou 
saída longos.

Parâmetros avançados

Item Obrigatório Descrição Valor de exemplo

option.co 
ntext_len 
gth_esitmate

Não Comprimento 
estimado da entrada 
de contexto para 
modelos Llama. 
O cliente pode 
especificar diferentes 
tamanhos de bucket 
para aumentar a 
reutilização do cache 
KV. Isso ajudará a 
melhorar a latência

Padrão: None

option.lo 
ad_split_model

Não Alterne para True
ao usar artefatos 
de modelo que já 
foram divididos 
para compilação ou 
carregamento de 
neurônios.

Padrão: False

option.lo 
w_cpu_mem 
_usage

Não Reduz o uso de 
memória da CPU ao 
carregar modelos.

Padrão: false
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Item Obrigatório Descrição Valor de exemplo

option.ne 
uron_opti 
mize_level

Não O nível de otimizaçã 
o do compilador 
Neuron Runtime 
determina o tipo de 
otimizações aplicadas 
durante a compilaçã 
o. Quanto maior o 
nível de otimizaçã 
o, mais tempo gasto 
na compilação. Mas, 
em troca, você obtém 
melhor latência e taxa 
de transferência.

1, 2, 3

Padrão: 2

option.unroll Não Desenrole o gráfico 
do modelo para 
compilação. Com 
issounroll=No 
ne , o compilador 
terá mais oportunid 
ades de otimizar as 
camadas.

Padrão: None

Configurações do manipulador Tensorrt-LLM

Se você usar o manipulador Tensorrt-LLM fornecido pela DJL Serving, poderá configurar as opções 
na tabela a seguir em. serving.properties

Parâmetros gerais

Item Obrigatório Descrição Valor de exemplo

option.ma 
x_input_len

Não O tamanho máximo 
do token de entrada 
que você espera que 

Os valores padrão 
para Llama são 512
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Item Obrigatório Descrição Valor de exemplo

o modelo tenha por 
solicitação. Esse é 
um parâmetro de 
compilação definido 
para o modelo a ser 
just-in-time compilado 
. Se você definir esse 
valor muito baixo, o 
modelo não poderá 
consumir a entrada 
longa.

O valor padrão para 
Falcon é 1024

option.ma 
x_output_len

Não O tamanho máximo 
do token de saída 
que você espera que 
o modelo tenha por 
solicitação. Esse é 
um parâmetro de 
compilação que 
define o modelo para 
just-in-time compilaçã 
o. Se você definir 
esse valor muito 
baixo, o modelo não 
conseguirá produzir 
tokens além do valor 
definido.

Os valores padrão 
para Llama são 512

O valor padrão para 
Falcon é 1024
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Item Obrigatório Descrição Valor de exemplo

option.us 
e_custom_ 
all_reduce

Não Use um kernel 
de redução total 
personalizado para 
GPUs que tenham 
o NVLink ativado. 
Isso pode ajudar a 
acelerar a velocidad 
e de inferência do 
modelo com uma 
melhor comunicação. 
Ative isso configura 
ndo true em P4D, 
P4De, P5 e outras 
GPUs conectadas ao 
NVLink.

Padrão: false

Parâmetros avançados

Item Obrigatório Descrição Valor de exemplo

option.to 
kens_per_block

Não Tokens por bloco a 
serem usados em 
algoritmos de atenção 
paginada.

Padrão: 64

option.ba 
tch_sched 
uler_policy

Não A política do 
agendador do 
gerenciador de lotes 
TensorRT-LLM.

max_utilization ,
guarantee 
d_no_evict

Padrão: max_utili 
zation

option.kv 
_cache_fr 

Não Fração da memória 
livre da GPU alocada 
para o cache de 

Número flutuante 
entre 0 e 1.

O padrão é 0,95
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Item Obrigatório Descrição Valor de exemplo

ee_gpu_me 
m_fraction

kv. Quanto maior o 
valor definido, mais 
memória o modelo 
tentará ocupar 
na GPU. Quanto 
mais memória for 
preservada, maior 
será o tamanho do KV 
Cache que podemos 
usar, o que significa 
uma sequência de 
entrada+saída mais 
longa ou um tamanho 
de lote maior.

option.ma 
x_num_seq 
uences

Não Número máximo 
de solicitações de 
entrada processadas 
no lote. Aplicaremos 
max_rolling_batch_ 
size como o valor se 
você não definir isso. 
Geralmente, você 
não precisa tocá-lo, a 
menos que realmente 
queira que o modelo 
seja compilado em 
um tamanho de lote 
diferente do conjunto 
de servidores de 
modelos.

Número inteiro maior 
que 0

O valor padrão é 
o tamanho do lote 
definido durante 
a criação do 
mecanismo TensorRT
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Item Obrigatório Descrição Valor de exemplo

option.en 
able_trt_ 
overlap

Não Parâmetro para 
sobrepor a execução 
de lotes de solicitaç 
ões. Isso pode ter 
um impacto negativo 
no desempenho 
quando o número de 
solicitações é muito 
pequeno. Durante 
nosso experimento, 
vimos mais impacto 
negativo em ativar 
isso do que desligá-lo.

True, False.

Padrão: False

Parâmetros avançados: quantização

Item Obrigatório Descrição Valor de exemplo

option.quantize Não Atualmente, só 
é compatível
smoothquant  com 
modelos Llama com 
modo de just-in-time 
compilação.

smoothquant

option.sm 
oothquant 
_alpha

Não O parâmetro alfa 
smoothquant.

Padrão: 0.8

option.sm 
oothquant 
_per_token

Não Isso só é aplicado 
quando option.qu 
antize
está definido 
comosmoothqua 
nt . Isso permite 

True, False.

Padrão: False.
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Item Obrigatório Descrição Valor de exemplo

escolher, em tempo 
de execução, um 
fator de escalonam 
ento suave personali 
zado para cada token. 
Isso geralmente é 
um pouco mais lento, 
mas mais preciso

option.sm 
oothquant 
_per_channel

Não Isso só é aplicado 
quando option.qu 
antize
está definido 
comosmoothqua 
nt . Isso permite 
escolher, em tempo 
de execução, um 
fator de escalonam 
ento suave personali 
zado para cada token. 
Isso geralmente é 
um pouco mais lento, 
mas mais preciso

True, False.

Padrão: False.

option.mu 
lti_query_mode

Não Isso só é necessário 
quando option.qu 
antize
está definido 
comosmoothqua 
nt . Isso deve ser 
definido para modelos 
compatíveis multi-
query-attention, como 
llama-70b.

True, False.

Padrão: False.
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Escolher tipos de instância para inferência de modelos grandes

Ao implantar modelos de aprendizado profundo, normalmente equilibramos o custo de hospedagem 
desses modelos com o desempenho em termos de latência, taxa de transferência e precisão. 
Uma entrada fundamental para essa equação é o tipo de instância do SageMaker. O SageMaker 
oferece muitos tipos de instância com diferentes dispositivos de GPU. Para um determinado 
modelo, provavelmente há várias instâncias adequadas para hospedar o modelo para inferência. O 
benchmarking pode ajudar você a decidir com qual instância prosseguir.

As seções a seguir fornecem algumas diretrizes que você pode seguir para determinar qual tipo de 
instância escolher para hospedar modelos grandes. Para usar essas diretrizes, você deve conhecer 
as seguintes características do seu caso de uso:

• Arquitetura ou tipo de modelo, como OPT, GPTJ, BLOOM ou Bert

• Precisão do tipo de dados como fp32, fp16, bf16 ou int8

• Tamanho do modelo em MB ou GB

• Tamanhos de token de entrada e saída

Determinar possíveis tipos de instância

Quando escolher um tipo de instância, considere o tamanho do modelo e os dispositivos de GPU 
disponíveis. Atualmente, os contêineres de inferência de modelos grandes (LMI) são compatíveis 
apenas com instâncias com GPUs NVIDIA e não são compatíveis com instâncias Graviton. Para 
obter as informações mais atualizadas sobre as instâncias de GPU disponíveis, consulte Instâncias 
de GPU recomendadas.

Quando implantar modelos grandes, a situação ideal é encaixar o modelo em uma única GPU. Essa 
é a melhor opção em relação ao desempenho, pois elimina a sobrecarga de comunicação entre 
dispositivos de GPU. Para alguns modelos, é simplesmente impossível encaixá-los em uma única 
GPU devido ao tamanho do modelo. Para outros modelos, eles podem caber em uma única GPU, 
mas pode ser mais econômico particionar o modelo em várias GPUs mais econômicas.

As seções a seguir mostram como você pode desenvolver uma métrica para filtrar a lista de GPUs 
disponíveis para aquelas que provavelmente funcionarão para o seu caso de uso.

Determinando possíveis tipos de instância com base no tipo de dados

As GPUs disponíveis no SageMaker diferem em seu suporte nativo de tipos de dados. Se 
você planeja implantar seu modelo com bf16, escolha uma instância com dispositivos de GPU 
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compatíveis com a capacidade computacional 7.5+. Se planeja implantar seu modelo com int8, 
é altamente recomendável que selecione uma instância com dispositivos de GPU compatível com 
a capacidade computacional 7.5+, pois essas GPUs contêm núcleos tensores. int8 No entanto, 
você ainda pode implantar int8 usando o HuggingFace Accelerate (usando a quantização de bits 
e bytes) ou o DeepSpeed (usando a quantização ZeroQuant) em recursos computacionais mais 
baixos. Você deve esperar um desempenho menor se seguir esse caminho em comparação ao uso 
de GPUs com suporte nativo para matemática int8.

Para verificar a capacidade computacional da GPU, consulte Capacidade de computação da sua 
GPU no site da NVIDIA.

Estimar um limite inferior de memória necessária para hospedar um modelo

Para filtrar ainda mais a lista de GPUs, determine o tamanho do seu modelo quanto à precisão do 
tipo de dados em que você deseja hospedar o modelo. Se o tamanho do modelo couber em uma 
única GPU e baixa latência for a maior prioridade, recomendamos escolher uma instância com 
uma GPU que tenha memória suficiente para hospedar esse modelo. Você pode estimar um limite 
inferior de memória necessária para hospedar seu modelo com base no número de parâmetros em 
seu modelo e no tipo de dados. Essa estimativa de memória de limite inferior (LBME) representa a 
memória mínima em bytes necessária para carregar os parâmetros do modelo na memória da GPU. 
Calcule o LBME usando as seguintes equações:

• int8 – LBME = number of parameters

• fp16 e bf16 – LBME = 2 × number of parameters

• fp32 – LBME = 4 × number of parameters

Determinando possíveis instâncias com base no número de partições

A determinação do nível de particionamento a ser usado com seu modelo se resume aos seguintes 
fatores:

• Tamanho do modelo

• Custo que você está disposto a pagar por uma instância

• Disponibilidade de uma determinada instância

• Seus requisitos de latência
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Por exemplo, o modelo Eleutherai/GPT-Neox-20b leva cerca de 45 GB para ser hospedado.
fp16 Você pode implantar esse modelo usando uma instância p4de.24xlarge sem nenhum 
compartilhamento, pois a memória da GPU disponível por dispositivo é de 80 GB. Essa é a 
única GPU atualmente instalada em AWS que seria compatível com o encaixe total desse 
modelo no dispositivo. Com 8 GPUs nessa instância, você pode hospedar 8 cópias do modelo. 
Como alternativa, você também pode implantar esse modelo com particionamento bidirecional 
em um g5.12xlarge. Com 4 GPUs, você pode hospedar 2 cópias do modelo. Usar 4
g5.12xlarge instâncias para hospedar 8 cópias desse modelo em comparação com 1 a 
instância p4de.24xlarge custa quase a metade (embora a memória de GPU restante na mesma
p4de.24xlarge ofereça suporte a lotes maiores). Embora o desempenho provavelmente seja 
menor nog5.12xlarge, pode fazer mais sentido do ponto de vista do custo.

Algumas instâncias podem não estar prontamente disponíveis em algumas Regiões da AWS. Você 
pode verificar a disponibilidade de uma instância com uma região/zona de disponibilidade usando: 
AWS CLI

aws ec2 describe-instance-type-offerings --location-type "availability-zone" --filters 
 Name=location,Values=us-east-2a --region us-east-2 --query "InstanceTypeOfferings[*].
[InstanceType]" --output text | sort

Menos partições geralmente resultam em menor latência geral. O melhor desempenho virá 
da execução de uma única GPU, mas é altamente recomendável que você experimente o 
particionamento para entender o impacto da latência em seu modelo específico.

Você pode restringir a lista de possíveis instâncias considerando o LBME calculado na etapa anterior 
e o número desejado de partições. Se possível, considere vários valores de partição para considerar 
vários tipos de instância. Por exemplo, se o LBME tiver 30 GB, algumas estimativas para diferentes 
níveis de particionamento são:

• Implantação de GPU única em p4d.24xlarge (40 GB por GPU) ou p4de.24xlarge (80 GB por 
GPU)

• Implantação de GPU única em p3.8xlarge (40 GB por GPU) ou g5.12xlarge (80 GB por 
GPU)

Escolher um mecanismo

Os contêineres de aprendizado profundo (DLCs) do LMI fornecem suporte para os back-ends 
DeepSpeed, FasterTransformer e HuggingFace Accelerate. Todas essas estruturas podem ser 
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usadas para implantar e hospedar grandes modelos particionados em várias GPUs. Normalmente, 
você pode esperar maior desempenho (menor latência ou maior taxa de transferência) com o 
DeepSpeed ou o FasterTransformer, mas esses mecanismos não oferecem inferência otimizada 
para todas as arquiteturas de modelo. Todas as estruturas também implementam o paralelismo 
de modelos de forma diferente. O DeepSpeed e o FasterTransformer usam paralelismo de 
tensores, que normalmente tem mais desempenho ao custo de maior uso da memória da GPU. O 
HuggingFace Accelerate usa paralelismo de pipeline, que usa menos memória, mas também tem 
menos desempenho.

Recomendamos que você use o DeepSpeed ou o FasterTransformer sempre que possível, porque 
os kernels CUDA fundidos melhoram significativamente o desempenho em comparação ao uso do 
HuggingFace Accelerate. Atualmente, o DeepSpeed oferece implementações de kernel fundido para 
as seguintes arquiteturas de modelo:

• Bert

• Destilbert

• GPT Neo, GPT Neo X, GPT2

• OPT

• BLOOM

• Megatron

• Stable Diffusion

Atualmente, o FasterTransformer oferece implementações de kernel fundido para as seguintes 
arquiteturas de modelo:

• GPT2

• OPT

• BLOOM

• T5

Para outras arquiteturas de modelos, não há nenhuma diferença significativa. Recomendamos que 
experimente o DeepSpeed e o HuggingFace Accelerate para determinar qual mecanismo funciona 
melhor com o seu modelo. Para ver quais modelos o FasterTransformer suporta, consulte a matriz 
de suporte do FasterTransformer.
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Para escolher um tipo de instância, ajuste seu LBME para os mecanismos específicos. A estimativa 
de uso esperado da GPU também difere entre DeepSpeed, FasterTransformer e HuggingFace 
Accelerate devido às diferenças na forma como eles executam o paralelismo de modelos.

O DeepSpeed e o FasterTransformer usam paralelismo de tensores. Alguns módulos, como 
incorporações, não oferecem suporte ao paralelismo de tensores. Esses módulos são replicados em 
todas as GPUs. O HuggingFace Accelerate usa particionamento de pipeline naive, o que não resulta 
em módulos replicados. Assim, com o DeepSpeed ou o FasterTransformer, você normalmente pode 
esperar que os requisitos de memória aumentem com o grau de paralelismo do tensor.

As seções a seguir mostram como você pode ajustar seu LBME para obter uma estimativa de 
memória do modelo carregado (LMME), que é uma estimativa da memória necessária por GPU para 
carregar seu modelo.

HuggingFace Accelerate

Com o HuggingFace Accelerate, o particionamento do pipeline não aumenta significativamente a 
memória necessária para carregar o modelo. Nenhum submódulo precisa ser duplicado nas GPUs.

• Para implantação de uma única GPU, LMME = 1.15 × LBME.

• Para implantação de várias GPUs, LMME = (1.15 + 0.035 × number of partitions) × 
LBME. Aqui o número de partições considerado é um múltiplo de 2.

DeepSpeed ou FasterTransformer

Com o DeepSpeed ou o FasterTransformer, o particionamento paralelo do tensor resulta na 
duplicação de alguns submódulos do modelo, pois nem todo módulo suporta paralelismo de 
tensores. O nível de replicação do módulo depende muito da arquitetura do modelo.

• Para implantação de uma única GPU, LMME = 1.20 × LBME.

• Para implantação de várias GPUs, LMME = multiplier × LBME, em que o multiplicador 
depende fortemente da arquitetura do modelo e do tipo de dados. Para algumas arquiteturas 
populares, apresentamos os multiplicadores recomendados na tabela a seguir:

Arquitetura do 
modelo

fp32 fp16 int8

Variantes GPT 1,45 1,55 1,55
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Arquitetura do 
modelo

fp32 fp16 int8

Variantes Bloom 1.5 1,55 1,55

Variantes GPT 1,55 1.75 1.75

Outros modelos 1.5 1.5 1.5

Ajustar a estimativa de memória do modelo carregado para o comprimento da sequência e o 
tamanho do lote

Durante a inferência, é necessária mais memória para os tensores de entrada, tensores 
intermediários e tensores de saída do que o que seu LMME sugere. Você também precisa considerar 
a memória adicional necessária como resultado do particionamento do modelo.

A estimativa de memória do modelo de tempo de execução (RMME), definida na equação a seguir, 
considera o requisito de memória adicional com base no comprimento da sequência (número total de 
tokens de entrada e saída):

RMME per GPU = multiplier × LMME / number of partitions

Os multiplicadores recomendados na lista abaixo são baseados em um comprimento de sequência 
de 1024. Se você planeja usar sequências mais curtas ou mais longas, pode ajustar ainda mais 
esses multiplicadores multiplicando-os por sequence length / 1024.

• Variantes GPT – 1.1 + 0.05 × (number of partitions - 1)

• Variantes BLOOM – 1.15 + 0.05 × (number of partitions - 1)

• Variantes OPT – 1.20 + 0.1 × (number of partitions - 1)

Se você planeja acomodar lotes maiores que 1, multiplique o multiplicador mencionado acima pelo 
tamanho de lote esperado para obter o multiplicador final para calcular o RMME por GPU.

Finalizar possíveis tipos de instância

Com o RMME por GPU, você pode filtrar a lista de GPUs disponíveis para aquelas que 
provavelmente funcionarão para seu caso de uso. O RMME por GPU é uma métrica 
intencionalmente cautelosa para considerar a variação de desempenho entre diferentes arquiteturas 
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de modelos com diferentes tipos de dados e versões da estrutura do mecanismo. Se achar que 
alguma instância foi excluída pela sua estimativa, recomendamos experimentá-la.

Implantação de modelos não compactados

Ao implantar modelos de ML, uma opção é arquivar e compactar os artefatos do modelo em um 
formato tar.gz. Embora esse método funcione bem para modelos pequenos, compactar um 
artefato de modelo grande com centenas de bilhões de parâmetros e depois descompactá-lo em um 
endpoint pode levar um tempo significativo. Para inferência de modelos grandes, recomendamos que 
você implante um modelo de ML não compactado. Este guia mostra como você pode implantar um 
modelo de ML não compactado.

Para implantar modelos de ML não compactados, faça o upload de todos os artefatos do modelo 
para o Amazon S3 e organize-os sob um prefixo comum do Amazon S3. Um prefixo do Amazon S3 é 
uma sequência de caracteres no início de um nome de chave de objeto do Amazon S3, separada do 
resto do nome por um delimitador. Para ter mais informações sobre prefixos no Amazon S3, consulte
Organizar objetos usando prefixos.

Para implantar com o SageMaker, você deve usar a barra (/) como delimitador. Você precisa garantir 
que somente os artefatos associados ao seu modelo de ML sejam organizados com o prefixo. Para 
modelos de ML com um único artefato não compactado, o prefixo será idêntico ao nome da chave. 
Você pode verificar quais objetos estão associados ao seu prefixo com AWS CLI:

aws s3 ls --recursive s3://bucket/prefix

Depois de carregar os artefatos do modelo no Amazon S3 e organizá-los sob um prefixo comum, 
você pode especificar sua localização como parte do campo ModelDataSource ao invocar a 
solicitação CreateModel. O SageMaker baixará automaticamente os artefatos do modelo não 
compactado para inferência. /opt/ml/model Para obter mais informações sobre as regras que o 
SageMaker aplica ao baixar os artefatos, consulte S3ModelDataSource.

O trecho de código a seguir mostra como você pode invocar a API CreateModel ao implantar 
um modelo não compactado. Substitua texto do usuário em itálico por suas próprias 
informações.

model_name = "model-name"
sagemaker_role = "arn:aws:iam::123456789012:role/SageMakerExecutionRole"
container = "123456789012.dkr.ecr.us-west-2.amazonaws.com/inference-image:latest"
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create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    PrimaryContainer = { 
        "Image": container, 
        "ModelDataSource": { 
            "S3DataSource": { 
                "S3Uri": "s3://my-bucket/prefix/to/model/data/",  
                "S3DataType": "S3Prefix", 
                "CompressionType": "None", 
            }, 
        }, 
    },
) 
     

O exemplo acima mencionado pressupõe que os artefatos do seu modelo estejam organizados sob 
um prefixo comum. Se, em vez disso, seu artefato de modelo for um único objeto Amazon S3 não 
compactado, altere "S3Uri" para apontar para o objeto Amazon S3 e altere "S3DataType" para
"S3Object".

Note

Atualmente, você não pode usar ModelDataSource com AWS Marketplace, a 
transformação em lote do SageMaker, os endpoints do SageMaker Inference sem servidor e 
os endpoints multimodelo do SageMaker.

Perguntas frequentes sobre inferência de modelos grandes

Consulte os itens de perguntas frequentes a seguir para obter respostas às perguntas mais 
frequentes sobre inferência de modelos grandes (LMI) com. SageMaker

P: Quando devo usar os DLCs LMI?

R: Os contêineres de aprendizado profundo para inferência de modelos grandes (LMI DLCs) incluem 
versões testadas de bibliotecas populares de paralelização e otimização de modelos para hospedar 
modelos com dezenas ou centenas de bilhões de parâmetros. Você deve usar um DLC LMI se seu 
modelo de aprendizado profundo exigir vários aceleradores para hospedagem ou se quiser acelerar 
a inferência com um modelo popular e compatível, como GPT, Bloom e OPT.

Perguntas frequentes sobre LMIs 4539



Amazon SageMaker Guia do Desenvolvedor

P: Com quem posso entrar em contato se algo não funcionar?

R: Se, depois de revisar a documentação, você continuar tendo problemas para hospedar seu 
modelo grande, entre em contatoAWS Support.

P: Posso usar grandes contêineres de aprendizado profundo de inferência de modelos (LMI DLCs) 
fora do? SageMaker

R: Os DLCs do AWS LMI foram testados e projetados para uso SageMaker, mas podem ser usados 
no Amazon EC2 com tipos de instância compatíveis.

P: Quais formatos de modelo posso usar com DLCs LMI?

Os DLCs LMI da AWS incluem uma função de conveniência para carregar o formato do modelo 
Hugging Face. Você pode trazer modelos em outro formato, como o ponto de verificação Megatron, 
mas precisa escrever uma lógica para carregar esse formato ou converter para o formato Hugging 
Face.

P: Como posso alternar entre bibliotecas de paralelização de modelos, como Hugging Face 
Accelerate e? DeepSpeed

Se você estiver usando o manipulador DJL (como no exemplo do tutorial), alterne o mecanismo 
e o manipulador padrão no arquivo serving.properties. Por exemplo, modifique as
option.entryPoint configurações engine e para DeepSpeed alternar de Hugging Face. Em 
geral, você pode trocar o mecanismo e usar o mesmo tensor de grau paralelo.

Solução de problemas de inferência de modelos grandes

Se você encontrar algum problema ou erro, tente usar a lista a seguir para solucionar o problema. Se 
o problema persistir, entre em contato conosco pelo e-mail LMI-DLC-feedback@amazon.com.

Tópicos

• O download de um modelo para minha instância leva muito tempo

• A latência de inferência ou o desempenho da taxa de transferência são ruins

• SageMaker O endpoint falhou ao iniciar com um erro de tempo limite ou falta de memória

O download de um modelo para minha instância leva muito tempo

Considere fazer o upload dos artefatos do seu modelo para o Amazon S3 e mencionar o objeto 
S3 option.model_id em seu arquivo de configuração. serving.properties Esse método 

Solução de problemas do LMI 4540

mailto:LMI-DLC-feedback@amazon.com


Amazon SageMaker Guia do Desenvolvedor

de download usa s5cmd e acelera o download de dados. Certifique-se de que o contêiner tenha 
permissão para acessar o bucket S3 especificado.

A latência de inferência ou o desempenho da taxa de transferência são ruins

Mesmo com o paralelismo de modelos, modelos grandes ainda podem ter baixo desempenho, 
como alta latência ou baixa taxa de transferência. Primeiro, se seu modelo for compatível, considere 
usar o DeepSpeed mecanismo que inclui kernels otimizados para inferência. Isso pode melhorar 
a performance em até 3 vezes. Em seguida, considere usar um tipo de instância mais poderoso, 
como uma instância p4d.24xlarge. Por fim, considere usar um modelo menor. Para obter o 
melhor desempenho e o menor custo, tente encontrar o menor modelo que atenda ao nível de 
precisão do seu caso de uso, pois mais parâmetros podem resultar em maior latência, menor taxa de 
transferência ou maior custo. Considere o ajuste fino de um modelo menor para melhorar a precisão.

SageMaker O endpoint falhou ao iniciar com um erro de tempo limite ou falta de 
memória

Modelos grandes podem exigir mais tempo para serem carregados na memória. Você deve ajustar 
as configurações padrão do endpoint para lidar com esse tempo incremental. Se um endpoint falhar 
em uma verificação de integridade ou ficar sem memória, verifique se você configurou seu endpoint 
adequadamente. Por exemplo, se o Amazon CloudWatch Logs indicar um tempo limite de verificação 
de saúde, você deverá aumentar o ContainerStartupHealthCheckTimeoutInSeconds
parâmetro de ProductionVariants durante a create_endpoint_config etapa de 
hospedagem ativada SageMaker.

Para obter mais informações sobre esses parâmetros, consulte SageMaker parâmetros de endpoint 
para inferência de modelos grandes.

Notas de vesão para grandes contêineres de aprendizado profundo de 
inferência de modelos

Você pode encontrar uma lista de contêineres de aprendizado profundo (DLCs) compatíveis com o 
SageMaker repositório do AWSDLC GitHub . Abaixo estão as notas de lançamento associadas.

Tópicos

• Notas de lançamento do DLC LMI: 27 de novembro de 2023 (1)

• Notas de lançamento do DLC LMI: 27 de novembro de 2023 (2)

• Notas de lançamento do DLC LMI: 27 de novembro de 2023 (3)
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• Notas de lançamento do DLC LMI: 4 de agosto de 2023 (1)

• Notas de lançamento do DLC LMI: 4 de agosto de 2023 (2)

• Notas de lançamento do DLC LMI: 4 de agosto de 2023 (3)

• Notas de lançamento do DLC do LMI: 7 de março de 2023

• Notas de lançamento do DLC do LMI: 24 de fevereiro de 2023

• Notas de lançamento do DLC LMI: 16 de dezembro de 2022

• Notas de lançamento do DLC do LMI: 4 de novembro de 2022

Notas de lançamento do DLC LMI: 27 de novembro de 2023 (1)

URI do contêiner

• 763104351884.dkr. ecr.us-east-1.amazonaws.com /djl-inference:0.25.0-deepspeed0.11.0-cu11

Destaques

• Foi adicionado suporte a lotes em nível de iteração ao back-end DeepSpeed

• Atualizado para vllm 2.0 para back-end lmi-dist

• Adicionado recurso de aquecimento dinâmico ao backend lmi-dist

Atualizações de versão

• Porção DJL 0.25.0

• DeepSpeed 0.11.0

• HuggingFace Acelerar 0.23.0

• HuggingFace Transformadores 4.34.0

Arquiteturas de modelo suportadas

• Modelos compatíveis com a DeepSpeed versão 0.11.0 usando o motor DeepSpeed

• Modelos compatíveis com o HuggingFace Accelerate usando o mecanismo Accelerate

• Suporte a lotes em nível de iteração para arquiteturas de modelos GPT, LLaMa, LLaMa 2, Falcon 
e T5 usando o mecanismo MPI
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• Suporte Paged Attention e Flash Attention para arquiteturas de modelos GPT, LLaMa, LLaMa 2, 
Falcon e T5 usando o mecanismo MPI

Problemas conhecidos

• Ao usar lmi-dist na instância p5 na SageMaker Amazon, desative o aiccl usando a ENV 
USE_AICCL_BACKEND=false variável de ambiente para evitar falhas no servidor do modelo 
durante o carregamento do modelo.

Notas de lançamento do DLC LMI: 27 de novembro de 2023 (2)

URI do contêiner

• 763104351884.dkr. ecr.us-east-1.amazonaws.com /djl-inference:0.25.0-tensorrtllm0.5.0-cu122

Destaques

• Suporta o agrupamento de solicitações em nível de iteração/durante o voo

• Suporta streaming de resposta

• Foi adicionado suporte à compilação do modelo on-the-fly Tensorrt-LLM para que os usuários 
possam fornecer apenas o ID do modelo Hugging Face para os modelos Llama e Falcon

• Aceita repositórios de modelos criados pelo usuário com artefatos TensorRT-LLM compilados para 
carregamento mais rápido

Atualizações de versão

• Porção DJL 0.25.0

• Tensorrt-LLM 0.5.0

• PyTorch 2.0.1

• Python 3.10

• CUDA 12.2

Arquiteturas de modelo suportadas

• Modelos LLAMA e Falcon com suporte para on-the-fly compilação de modelos
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• Ainda não testamos outros tipos de modelos. Se você quiser usar outros modelos que não sejam 
Llama e Falcon, eles devem ser compilados com antecedência e testados antes da produção.

Problemas conhecidos

• O uso do parâmetro de repetition_penalty amostragem trava aleatoriamente o programa. É 
recomendável não usar repetition_penalty nesta versão.

Notas de lançamento do DLC LMI: 27 de novembro de 2023 (3)

URI do contêiner

• 763104351884.dkr. ecr.us-east-1.amazonaws.com /djl-inference:0.25.0-neuronx-sdk2.15.0

Destaques

• Suporte a modelos pré-compilados

Atualizações de versão

• Porção DJL 0.25.0

• NeuronSDK 2.15.0

• HuggingFace Acelerar 0.23.0

• HuggingFace Transformadores 4.34.0

Arquiteturas de modelo suportadas

• GPT-2

• GPT-J

• GPT-Neox

• OPT

• Bloom

• Lhama

• Llama-2 (7b e 13b)
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Notas de lançamento do DLC LMI: 4 de agosto de 2023 (1)

URI do contêiner

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.23.0-
fastertransformer5.3.0-cu118

Destaques

• Foi adicionado suporte para servir modelos GPT-Neox.

• Novos contêineres oferecem suporte ao streaming de respostas.

• FasterTransformer manipulador atualizado para suportar PEFT e LORA.

• O DJLServing fornece integração com o back-end de inferência do Triton por meio da API java-
cpp.

Atualizações da versão

• DJL Serving 0.23.0

• PyTorch 2.0.1

• FasterTransformer 5.3.0

• Hugging Face Accelerate 0.20.3

• Hugging Face Transformers 4.30.1

• Hugging Face Diffusers 0.7.2

• Python 3.9

• CUDA 11.8

Arquiteturas de modelo suportadas

• GPT

• GPT-J

• GPT-Neox

• T5

• OPT

• Bloom
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Notas de lançamento do DLC LMI: 4 de agosto de 2023 (2)

URI do contêiner

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.23.0-
deepspeed0.9.5-cu118

Destaques

• Atualiza o contêiner de DeepSpeed DLC para DeepSpeed 0.9.5.

• Melhorias feitas para permitir uma economia de memória de 2 a 3 vezes em relação ao sistema 
operacional. DeepSpeed

• Foi adicionado suporte a PyTorch -2.0.1, PEFT e LORA aos manipuladores padrão. DeepSpeed 
Esta nova versão do DeepSpeed adiciona suporte aos modelos LLama v1.

• Foi adicionado suporte a lotes em nível de iteração ao back-end Hugging Face para arquiteturas 
de modelos GPT, LLaMa, Falcon e T5. Isso melhora a taxa de transferência do serviço de 
modelos.

Atualizações da versão

• DJL Serving 0.23.0

• DeepSpeed 0.9.5

• Hugging Face Accelerate 0.20.3

• Hugging Face Transformers 4.30.1

• Python 3.9

• CUDA 11.8

Arquiteturas de modelo suportadas

• Modelos compatíveis com a versão DeepSpeed 0.9.5 usando o motor DeepSpeed

• Modelos compatíveis com o HuggingFace Accelerate usando o mecanismo Accelerate

• Suporte a lotes em nível de iteração para arquiteturas de modelos GPT, LLaMa, LLaMa 2, Falcon 
e T5 usando o mecanismo MPI

• Suporte Paged Attention e Flash Attention para arquiteturas de modelos GPT, LLaMa, LLaMa 2, 
Falcon e T5 usando o mecanismo MPI
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Notas de lançamento do DLC LMI: 4 de agosto de 2023 (3)

URI do contêiner

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.23.0-neuronx-
sdk2.12.0

Destaques

• [Experimental] Foi adicionado suporte para modelos GPT-NeoX.

• [Experimental] Foi adicionado suporte para modelos BLOOM

• [Protótipo] Foi adicionado suporte para modelos LLaMa.

• Foi adicionado suporte para configurações de tensor-paralelo mais flexíveis para GPT2, OPT e 
BLOOM.

• Foi adicionado suporte de atenção a várias consultas/vários grupos para o GPT2.

Atualizações da versão

• DJL Serving 0.23.0

• Torch Neuronx 1.13.1.1.9.0

• Transformadores NeuronX 0.4.149

• Hugging Face Accelerate 0.20.3

• Hugging Face Transformers 4.30.1

• Difusores Hugging Face 0.14.0

Arquiteturas de modelo suportadas

• OPT

• GPT2

• GPT-J

• GPT-Neox

• LLaMA

• LLaMa-2 7B e 13B

• Bloom
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Notas de lançamento do DLC do LMI: 7 de março de 2023

URI do contêiner

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.21.0-
fastertransformer5.3.0-cu117

Destaques

• A biblioteca paralela de modelos FasterTransformer(FT) agora está disponível em DLCs LMI, 
adicionando suporte para modelos populares como e. flan-t5-xxl flan-ul2 O FT é uma 
biblioteca de código aberto da Nvidia que fornece um mecanismo acelerado para executar com 
eficiência a inferência de redes neurais baseada em transformadores. Ele foi projetado para lidar 
com modelos grandes que exigem várias GPUs e nós de forma distribuída. A biblioteca inclui 
uma versão otimizada do bloco transformador, que compreende as partes do codificador e do 
decodificador, permitindo que você execute a inferência de arquiteturas completas de codificador-
decodificador, como T5, bem como modelos somente de codificadores, como BERT, e modelos 
somente de decodificador, como GPT.

Atualizações de versão

• DJL Serving 0.21.0

• FasterTransformer 5.3.0

• Hugging Face Accelerate 0.16.0

• Transformadores Hugging Face 4.26.0

• Hugging Face Diffusers 0.7.2

• Python 3.9

• CUDA 11.6

Problemas conhecidos

• Nesta primeira versão, você pode ver longos tempos de carregamento do modelo ao usar a 
biblioteca FT. Certifique-se de configurar a verificação de integridade e os valores do tempo limite 
(consulteSageMaker parâmetros de endpoint para inferência de modelos grandes) para permitir 
tempo suficiente para carregar o modelo. Em nossos testes, 1 hora foi suficiente. Versões futuras 
abordarão esse longo tempo de carregamento do modelo com o FT.
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Notas de lançamento do DLC do LMI: 24 de fevereiro de 2023

URI do contêiner

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.21.0-
deepspeed0.8.0-cu117

Destaques

• SageMaker A integração do Python SDK é nova nesta versão, permitindo a implantação sem 
código de grandes modelos de linguagem

Um suporte de head-of-time particionamento que DeepSpeed reduz o tempo de inicialização do 
endpoint ao separar o particionamento do modelo do tempo de execução

Atualizações de versão

• DJL Serving 0.21.0

• DeepSpeed 0.8.0

• Hugging Face Accelerate 0.16.0

• Transformadores Hugging Face 4.26.0

• Hugging Face Diffusers 0.7.2

• Python 3.9

• CUDA 11.6

Notas de lançamento do DLC LMI: 16 de dezembro de 2022

URI do contêiner

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.20.0-
deepspeed0.7.5-cu116

Destaques

• Foi adicionado suporte de precisão BF16 para modelos suportados por DeepSpeed inferência 
(Bloom, GPT, OPT, etc.). O treinamento no BF16 não exige nenhuma transformação extra nos 
pesos do modelo antes de hospedar com. DeepSpeed
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• Foi adicionado suporte para difusores e modelos Hugging Face. StableDiffusion

• Inclui as versões mais recentes dos drivers DJL Serving DeepSpeed, Hugging Face Transformers 
e CUDA, que trazem melhoria da estabilidade, melhor tratamento de erros, melhor cobertura do 
modelo e latência.

Atualizações de versão

• DJL Serving 0.20.0

• DeepSpeed 0.7.5

• Hugging Face Accelerate 0.13.2

• Transformadores Hugging Face 4.23.1

• Difusores Hugging Face 0.7.2

• CUDA 11.6

Notas de lançamento do DLC do LMI: 4 de novembro de 2022

Destaques

• Lançou os DLCs LMI em. AWS SageMaker e o Amazon EC2 oferecem suporte a DLCs de LMI 
para inferência usando paralelismo de modelos.

URI do contêiner

• 763104351884.dkr.ecr.region.amazonaws.com/djl-inference:0.19.0-
deepspeed0.7.3-cu113

Blogs

• Para obter mais informações, consulte Implante o BLOOM-176B e o OPT-30B na Amazon com 
SageMaker inferência de modelos grandes, Deep Learning Containers e. DeepSpeed

Atualize modelos em produção

As barreiras de proteção da implantação são um conjunto de opções de implantação de modelos 
no Amazon SageMaker Inference para atualizar seus modelos de machine learning em produção. 
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Usando as opções do total gerenciamento de implantações, você pode controlar a mudança do 
modelo atual em produção para um novo. Os modos de deslocamento de tráfego em implantações 
azul/verde, como canário e linear, oferecem controle da granularidade sobre o processo de 
deslocamento de tráfego do seu modelo atual para o novo durante o curso da atualização. Também 
há proteções integradas, como reversões automáticas que ajudam você a detectar problemas 
com antecedência e a tomar medidas corretivas automaticamente, antes que elas impactem 
significativamente a produção.

As proteções de implantação fornecem os seguintes benefícios:

• Segurança de implantação durante a atualização dos ambientes de produção. Uma atualização 
de regressão para um ambiente de produção pode causar tempo de inatividade não planejado 
e impactos nos negócios, como maior latência do modelo e altas taxas de erro. As barreiras 
de proteção da implantação ajudam você a mitigar esses riscos fornecendo as práticas 
recomendadas e barreiras de proteção de segurança operacional integradas.

• Implantação totalmente gerenciada. O SageMaker se encarrega de configurar e orquestrar 
essas implantações e as integra aos mecanismos de atualização de endpoints. Você não 
precisa compilar e manter mecanismos de orquestração, monitoramento ou reversão. Você pode 
aproveitar o SageMaker para configurar e orquestrar essas implantações e se concentrar em 
aproveitar o ML para seus aplicativos.

• Visibilidade. Você pode monitorar o andamento da sua implantação por meio da API
DescribeEndpoint ou por meio do Amazon CloudWatch Events (para endpoints compatíveis). 
Para saber mais sobre eventos no SageMaker, consulte a seção sobre Alteração do estado da 
implantação do Endpoint em Automatizando a Amazon com a Amazon SageMaker EventBridge. 
Observe que, se seu endpoint usar qualquer uma das funcionalidades da página Exclusions, você 
não poderá usar o CloudWatch Events.

Note

As barreiras de proteção de implantação se aplicam apenas aos tipos de endpoints
Inferência assíncrona e Inferência em tempo real.

Como começar a usar

Oferecemos suporte a dois tipos de implantações para atualizar modelos em produção: implantações 
azul/verde e implantações de rolagem.
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• Implantações azul/verde: Você pode transferir o tráfego da sua frota antiga (a frota azul) para 
uma nova frota (a frota verde) com as atualizações. As implantações azul/verde oferecem vários 
modos de deslocamento de tráfego. Um modo de deslocamento de tráfego é uma configuração 
que especifica como o SageMaker direciona o tráfego de endpoints para uma nova frota contendo 
suas atualizações. Os seguintes modos de deslocamento de tráfego fornecem diferentes níveis de 
controle sobre o processo de atualização do endpoint:

• Deslocamento de tráfego de uma só vez transfere todo o seu tráfego de endpoints da frota 
azul para a frota verde. Quando o tráfego se desloca para a frota verde, seus alarmes 
preespecificados do Amazon CloudWatch começam a monitorar a frota verde por um 
determinado período de tempo (o período de baking). Se nenhum alarme disparar durante o 
período de baking, o SageMaker encerrará a frota azul.

• Deslocamento de tráfego do Canário transfere uma pequena parte de seu tráfego (um canário) 
para a frota verde e a monitora por um período de baking. Se o canário tiver êxito na frota verde, 
o SageMaker transferirá o resto do tráfego da frota azul para a frota verde antes de encerrar a 
frota azul.

• Deslocamento de tráfego linear fornece ainda mais personalização sobre o número de etapas de 
deslocamento de tráfego e a porcentagem de tráfego a ser deslocada em cada etapa. Enquanto 
a mudança canária permite que você mude o tráfego em duas etapas, a mudança linear estende 
isso para n etapas espaçadas linearmente.

• Implantações contínuas: você pode atualizar seu endpoint à medida que o SageMaker provisiona 
a capacidade de forma incremental e transfere o tráfego para uma nova frota em etapas de 
um tamanho do lote especificado por você. As instâncias na nova frota são atualizadas com 
a configuração da nova implantação e, se nenhum alarme do CloudWatch disparar durante o 
período de baking, o SageMaker limpa as instâncias na frota antiga. Essa opção oferece controle 
granular sobre a contagem de instâncias ou a porcentagem de capacidade alterada durante cada 
etapa.

Você pode criar e gerenciar sua implantação por meio da API UpdateEndpoint, CreateEndpoint e 
dos comandos AWS Command Line Interface do SageMaker. Consulte as páginas individuais de 
implantação para obter mais detalhes de instrução sobre como configurar sua implantação. Observe 
que, se o seu endpoint usar qualquer uma das funcionalidades listadas na página Exclusions, você 
não poderá usar as barreiras de proteção de implantação.

Para seguir exemplos guiados que mostram como fazer barreiras de proteção de implantação, 
consulte nosso exemplo de blocos de anotações Jupyter para os modos de deslocamento de tráfego 
canário e linear.

Como começar a usar 4552

https://docs.aws.amazon.com/sagemaker/latest/dg/deployment-guardrails-blue-green.html
https://docs.aws.amazon.com/sagemaker/latest/dg/deployment-guardrails-blue-green.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker-inference-deployment-guardrails


Amazon SageMaker Guia do Desenvolvedor

Configuração de reversão automática e monitoramento

Os alarmes do Amazon CloudWatch são um pré-requisito para usar períodos de baking nas barreiras 
de proteção da implantação. Você só pode usar a funcionalidade de reversão automática nas 
grades de proteção de implantação se configurar alarmes do CloudWatch que possam monitorar 
um endpoint. Se algum de seus alarmes disparar durante o período de monitoramento especificado, 
o SageMaker iniciará uma reversão concluída para o endpoint antigo para proteger seu aplicativo. 
Se você não tiver nenhum alarme do CloudWatch configurado para monitorar seu endpoint, a 
funcionalidade de reversão automática não funcionará durante a implantação.

Para saber mais sobre o Amazon CloudWatch, consulte O que é o Amazon CloudWatch? no Guia do 
usuário do Amazon CloudWatch.

Note

Certifique-se de que sua função de execução do IAM tenha permissão para realizar a ação
cloudwatch:DescribeAlarms nos alarmes de reversão automática que você especificar.

Exemplos de alarme

Para ajudar você a começar, fornecemos os exemplos a seguir para demonstrar os recursos dos 
alarmes do CloudWatch. Além de usar ou modificar os exemplos a seguir, você pode criar seus 
próprios alarmes e configurar os alarmes para monitorar várias métricas nas frotas especificadas 
por um determinado período de tempo. Para ver mais métricas e dimensões do SageMaker que 
você pode adicionar aos seus alarmes, consulte Monitore a Amazon SageMaker com a Amazon 
CloudWatch.

Tópicos

• Monitore erros de invocação em frotas antigas e novas

• Monitore a latência do modelo na nova frota

Monitore erros de invocação em frotas antigas e novas

O seguinte alarme do CloudWatch monitora a taxa média de erro de um endpoint. Você pode usar 
esse alarme com qualquer tipo de deslocamento de tráfego de barreiras de proteção de implantação 
para fornecer monitoramento geral das frotas antigas e novas. Se o alarme disparar, o SageMaker 
iniciará uma reversão para a frota antiga.
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Os erros de invocação provenientes da frota antiga e da nova frota contribuem para a taxa média 
de erro. Se a taxa média de erro exceder o limite especificado, o alarme dispara. Esse exemplo 
específico monitora os erros 4xx (erros do cliente) nas frotas antigas e novas na duração da 
implantação. Você também pode monitorar os erros 5xx (erros do servidor) usando a métrica
Invocation5XXErrors.

Note

Para esse tipo de alarme, se sua frota antiga disparar o alarme durante a implantação, o 
SageMaker encerrará sua implantação. Portanto, se sua frota de produto atual já causar 
erros, considere usar ou modificar um dos exemplos a seguir, que monitora somente a nova 
frota em busca de erros.

#Applied deployment type: all types
{ 
    "AlarmName": "EndToEndDeploymentHighErrorRateAlarm", 
    "AlarmDescription": "Monitors the error rate of 4xx errors", 
    "MetricName": "Invocation4XXErrors", 
    "Namespace": "AWS/SageMaker", 
    "Statistic": "Average", 
    "Dimensions": [ 
        { 
            "Name": "EndpointName", 
            "Value": <your-endpoint-name>
        }, 
        { 
            "Name": "VariantName", 
            "Value": "AllTraffic" 
        } 
    ], 
    "Period": 600, 
    "EvaluationPeriods": 2, 
    "Threshold": 1, 
    "ComparisonOperator": "GreaterThanThreshold", 
    "TreatMissingData": "notBreaching"
}

No exemplo anterior, observe os valores para os seguintes campos:
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• Para AlarmName e AlarmDescription, insira um nome e descrição de sua escolha para o 
alarme.

• Para MetricName, use o valor Invocation4XXErrors para monitorar erros 4xx no endpoint

• Para Namespace, use o valor AWS/SageMaker. Você também pode especificar sua própria 
métrica personalizada, se aplicável.

• Para Statistic, use Average. Isso significa que o alarme calcula a taxa média de erro durante 
os períodos de avaliação ao calcular se a taxa de erro excedeu o limite.

• Para a dimensão EndpointName, use o nome do endpoint que você está atualizando como valor.

• Para a dimensão VariantName, use o valor AllTraffic para especificar todo o tráfego do 
endpoint.

• Para Period, use 600. Isso define os períodos de avaliação do alarme para 10 minutos.

• Para EvaluationPeriods, use 2. Esse valor faz com que o alarme considere os dois períodos 
de avaliação mais recentes ao determinar o status do alarme.

Monitore a latência do modelo na nova frota

O exemplo de alarme do CloudWatch a seguir monitora a latência do modelo da nova frota durante 
sua implantação. Você pode usar esse alarme para monitorar somente a nova frota e excluir a frota 
antiga. O alarme dura por toda a implantação. Este exemplo fornece um monitoramento end-to-
end abrangente da nova frota e inicia uma reversão para a frota antiga se a nova frota tiver algum 
problema de tempo de resposta.

O CloudWatch publica as métricas com a dimensão EndpointConfigName:{New-Ep-Config}
depois que a nova frota começa a receber tráfego e essas métricas perduram mesmo após a 
conclusão da implantação.

Você pode usar o seguinte exemplo de alarme para qualquer tipo de implantação:

#Applied deployment type: all types
{ 
    "AlarmName": "NewEndpointConfigVersionHighModelLatencyAlarm", 
    "AlarmDescription": "Monitors the model latency on new fleet", 
    "MetricName": "ModelLatency", 
    "Namespace": "AWS/SageMaker", 
    "Statistic": "Average", 
    "Dimensions": [ 
        { 
            "Name": "EndpointName", 
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            "Value": <your-endpoint-name>
        }, 
        { 
            "Name": "VariantName", 
            "Value": "AllTraffic" 
        }, 
        { 
            "Name": "EndpointConfigName", 
            "Value": <your-config-name>
    ], 
    "Period": 300, 
    "EvaluationPeriods": 2, 
    "Threshold": 100000, # 100ms 
    "ComparisonOperator": "GreaterThanThreshold", 
    "TreatMissingData": "notBreaching"
}

No exemplo anterior, observe os valores para os seguintes campos:

• Para MetricName, use o valor ModelLatency para monitorar o tempo de resposta do modelo.

• Para Namespace, use o valor AWS/SageMaker. Você também pode especificar sua própria 
métrica personalizada, se aplicável.

• Para a dimensão EndpointName, use o nome do endpoint que você está atualizando como valor.

• Para a dimensão VariantName, use o valor AllTraffic para especificar o tráfego de todos os 
endpoints.

• Para a dimensão EndpointConfigName, o valor deve se referir ao nome da configuração de 
endpoint do seu novo endpoint atualizado.

Note

Se quiser monitorar sua frota antiga em vez da frota nova, você pode alterar a dimensão
EndpointConfigName para especificar o nome da configuração da sua frota antiga.

Implantações azul/verde

Quando você atualiza seu endpoint, o Amazon SageMaker usa automaticamente uma implantação 
azul/verde para maximizar a disponibilidade dos seus endpoints. Em uma implantação azul/
verde, o SageMaker provisiona uma nova frota com as atualizações (a frota verde). Em seguida, o 
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SageMaker transfere o tráfego da frota antiga (a frota azul) para a frota verde. Quando a frota verde 
opera sem problemas por um período de avaliação configurado (chamado de período de baking), 
o SageMaker encerra a frota azul. Com os recursos adicionais em implantações azul/verde, você 
pode utilizar os modos de deslocamento de tráfego e o monitoramento de reversão automática para 
proteger seu endpoint de um impacto significativo na produção.

A lista a seguir descreve os principais recursos das implantações azul/verde no SageMaker:

• Modos de deslocamento de tráfego. Os modos de deslocamento de tráfego para barreiras 
de proteção de implantação permitem controlar o volume de tráfego e o número de etapas 
de deslocamento de tráfego entre a frota azul e a frota verde. Esse recurso permite avaliar 
progressivamente a performance da frota verde sem confirmar totalmente um deslocamento de 
tráfego de 100%.

• Período de baking. O período de baking é um período de tempo configurado para monitorar a 
frota verde antes de prosseguir para a próxima etapa de implantação. Se algum dos alarmes 
pré-especificados disparar durante qualquer período de baking, todo o tráfego do endpoint será 
revertido para a frota azul. O período de baking ajuda você a adquirir confiança em sua atualização 
antes de tornar o deslocamento de tráfego permanente.

• Reversões automáticas.  Você pode especificar os alarmes do Amazon CloudWatch que o 
SageMaker usa para monitorar a frota verde. Se um problema com o código de atualização 
disparar algum dos alarmes, o SageMaker iniciará uma reversão automática para a frota azul para 
manter a disponibilidade e minimizar os riscos.

Modos de deslocamento de tráfego.

Os vários modos de deslocamento de tráfego em implantações azul/verde oferecem um controle com 
mais granularidade sobre o deslocamento de tráfego entre a frota azul e a frota verde. Os modos de 
deslocamento de tráfego disponíveis para implantações azul/verde são todos simultâneos, canários 
e lineares. A tabela a seguir mostra uma comparação entre as opções.

Important

Para implantações azul/verde que envolvam deslocamento de tráfego ou baking em 
vários períodos, você é faturado para ambas as frotas pela duração da atualização, 
independentemente do tráfego para a frota. Isso contrasta com as implantações azul/verde 
com deslocamento de tráfego de uma só vez e sem períodos de baking, em que você só é 
faturado apenas por uma frota durante o curso da atualização.
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Nome O que é isso? Prós Contras Recomendação

Tudo de uma 
vez

Alterna todo o 
tráfego para a 
nova frota em 
uma única etapa.

Minimiza a 
duração geral da 
atualização.

As atualizações 
de regressão 
afetam 100% do 
tráfego.

Use essa opção 
para minimizar o 
custo e o tempo 
de atualização.

Canário O tráfego se 
desloca em 
duas etapas. A 
primeira etapa 
(canário) desloca 
uma pequena 
parte do tráfego 
seguida pela 
segunda etapa, 
que desloca 
o restante do 
tráfego.

Limita o raio 
de explosão 
das atualizaç 
ões regressivas 
somente à frota 
de canários.

Ambas as frotas 
ficam operacion 
ais em paralelis 
mo durante toda 
a implantação.

Use essa 
opção para 
balancear entre 
a minimizaç 
ão do raio de 
explosão das 
atualizações 
regressivas e a 
minimização do 
tempo em que 
duas frotas estão 
operacionais.

Linear Uma porção 
fixa do tráfego 
se desloca em 
um número pré-
especificado de 
etapas igualment 
e espaçadas.

Minimiza o risco 
de atualizações 
de regressão 
ao deslocar 
o tráfego em 
várias etapas.

A duração e 
o custo da 
atualização são 
proporcionais 
ao número de 
etapas.

Use essa opção 
para minimizar 
o risco ao 
disseminar a 
implantação em 
várias etapas.

Conceitos básicos

Depois de especificar sua configuração de implantação desejada, o SageMaker gerencia o 
provisionamento de novas instâncias, o encerramento de instâncias antigas e a transferência de 
tráfego para você. Você pode criar e gerenciar sua implantação por meio da API e dos comandos 
AWS Command Line Interface existentes do UpdateEndpoint e CreateEndpoint do SageMaker. 
Observe que, se o seu endpoint usar qualquer uma das funcionalidades listadas na página
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Exclusions, você não poderá usar barreiras de proteção de implantação. Consulte as páginas 
individuais de implantação para obter mais detalhes sobre como configurar sua implantação:

• Atualização azul/verde com deslocamento de tráfego de uma só vez

• Atualização azul/verde com deslocamento de tráfego do Canário

• Atualização azul/verde com deslocamento de tráfego linear

Para seguir exemplos guiados que mostram como usar as barreiras de proteção de implantação, 
consulte nossos exemplos de blocos de anotação Jupyter para os modos de deslocamento de 
tráfego canário e linear.

Deslocamento de tráfego de uma só vez

Com o deslocamento de tráfego, tudo de uma vez, você pode implementar rapidamente uma 
atualização de endpoint usando as barreiras de proteção de uma implantação azul/verde. Você pode 
usar essa opção de deslocamento de tráfego para minimizar a duração da atualização e, ao mesmo 
tempo, aproveitar as garantias de disponibilidade das implantações azul/verde. O recurso de período 
de baking ajuda você a monitorar a performance e a funcionalidade de suas novas instâncias antes 
de encerrar suas instâncias antigas, garantindo que sua nova frota esteja totalmente operacional.

O diagrama a seguir mostra como, o deslocamento de tráfego de uma só vez gerencia as frotas 
antigas e novas.

Quando você usa o deslocamento de tráfego de uma só vez, o SageMaker roteia 100% do tráfego 
para a nova frota (frota verde). Quando a frota verde começa a receber tráfego, o período de baking 
começa. O período de baking é um período definido em que os alarmes pré-especificados do 
Amazon CloudWatch monitoram a performance da frota verde. Se nenhum alarme disparar durante o 
período de baking, o SageMaker encerra a frota antiga (frota azul). Se algum alarme disparar durante 
o período de baking, uma reversão automática será iniciada e 100% do tráfego se deslocará de volta 
para a frota azul.
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Pré-requisitos

Antes de configurar uma implantação com tudo de uma vez, você deve criar alarmes do Amazon 
CloudWatch para monitorar as métricas a partir do seu endpoint. Se qualquer alarme for disparado 
durante o período de baking, o tráfego começará a se reverter para sua frota azul. Para saber 
como configurar os alarmes do CloudWatch em um endpoint, consulte a página de pré-requisitos
Configuração de reversão automática e monitoramento. Para saber mais sobre alarmes do 
CloudWatch, consulte Usar alarmes do Amazon CloudWatch no Guia do usuário do Amazon 
CloudWatch.

Configuração de todo o deslocamento de tráfego de uma só vez

Quando estiver pronto para a implantação e tiver configurado os alarmes do CloudWatch para o seu 
endpoint, você pode usar a API UpdateEndpoint do SageMaker ou o comando atualizar endpoint no 
AWS Command Line Interface para iniciar a implantação.

Tópicos

• Como atualizar um endpoint (API)

• Como atualizar um endpoint com uma política de atualização (API) azul/verde existente

• Como atualizar um endpoint (CLI)

Como atualizar um endpoint (API)

O exemplo a seguir mostra como você pode atualizar seu endpoint com umum deslocamento de 
tráfego de uma só vez usando o UpdateEndpoint na API do Amazon SageMaker.

import boto3
client = boto3.client("sagemaker")

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    DeploymentConfig={ 
        "BlueGreenUpdatePolicy": { 
            "TrafficRoutingConfiguration": { 
                "Type": "ALL_AT_ONCE" 
            }, 
            "TerminationWaitInSeconds": 600, 
            "MaximumExecutionTimeoutInSeconds": 1800 
        }, 
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        "AutoRollbackConfiguration": { 
            "Alarms": [ 
                { 
                    "AlarmName": "<your-cw-alarm>" 
                }, 
            ] 
        } 
    }
)

Para configurar a opção de deslocamento de tráfego de uma só vez, faça o seguinte:

• Para EndpointName, use o nome do endpoint existente que você deseja atualizar.

• Para EndpointConfigName, use o nome da configuração de endpoint que você deseja usar.

• Em DeploymentConfig e BlueGreenUpdatePolicy, no TrafficRoutingConfiguration, 
defina o parâmetro Type como ALL_AT_ONCE. Isso especifica que a implantação usa o modo de 
deslocamento de tráfego de uma só vez.

• Para TerminationWaitInSeconds, use 600. Esse parâmetro diz ao SageMaker que aguarde 
o tempo especificado (em segundos) depois que a sua frota verde estiver totalmente ativa antes 
de encerrar as instâncias na frota azul. Neste exemplo, o SageMaker espera 10 minutos após o 
período final de baking antes de encerrar a frota azul.

• Para MaximumExecutionTimeoutInSeconds, use 1800. Esse parâmetro define o tempo 
máximo em que a implantação pode ser executada antes da expiração do tempo limite. No 
exemplo anterior, sua implantação tem um limite de 30 minutos para ser concluída.

• Em AutoRollbackConfiguration, dentro do campo Alarms, você pode adicionar seus 
alarmes do CloudWatch por nome. Crie uma entrada AlarmName: <your-cw-alarm> para 
cada alarme que você deseja usar.

Como atualizar um endpoint com uma política de atualização (API) azul/verde existente

Ao usar a API CreateEndpoint para criar um endpoint, você pode, opcionalmente, especificar uma 
configuração de implantação para reutilizar em futuras atualizações de endpoint. Você pode usar 
as mesmas opções DeploymentConfig do exemplo anterior da API UpdateEndpoint. Não há 
alterações no comportamento da API CreateEndpoint. Especificar a configuração de implantação não 
executa automaticamente uma atualização azul/verde no seu endpoint.

A opção de usar uma configuração de implantação anterior acontece ao usar a API
UpdateEndpoint para atualizar seu endpoint. Ao atualizar seu endpoint, você pode usar a opção
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RetainDeploymentConfig para manter a configuração da implantação especificada ao criar o 
endpoint.

Ao chamar a API UpdateEndpoint, defina RetainDeploymentConfig como True para manter as 
opções DeploymentConfig da configuração do endpoint original.

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    RetainDeploymentConfig=True
)

Como atualizar um endpoint (CLI)

Se você estiver usando o AWS CLI, o exemplo a seguir mostra como iniciar uma implantação azul/
verde de uma só vez usando o comando update-endpoint.

update-endpoint
--endpoint-name <your-endpoint-name> 
--endpoint-config-name <your-config-name> 
--deployment-config '"BlueGreenUpdatePolicy": {"TrafficRoutingConfiguration": {"Type": 
 "ALL_AT_ONCE"}, 
    "TerminationWaitInSeconds": 600, "MaximumExecutionTimeoutInSeconds": 1800}, 
    "AutoRollbackConfiguration": {"Alarms": [{"AlarmName": "<your-alarm>"}]}'

Para configurar a opção de deslocamento de tráfego de uma só vez, faça o seguinte:

• Para endpoint-name, use o nome do endpoint que você deseja atualizar.

• Para endpoint-config-name, use o nome da configuração de endpoint que você deseja usar.

• Para deployment-config, use um objeto JSON da BlueGreenUpdatePolicy.

Note

Se você preferir salvar seu objeto JSON em um arquivo, consulte a Geração de esqueleto 
AWS CLI e parâmetros de entrada no Guia do usuário AWS CLI.
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Deslocamento de tráfego do Canário

Com o deslocamento de tráfego do canário, você pode testar uma parte do seu tráfego de endpoints 
na nova frota enquanto a frota antiga atende ao restante do tráfego. Essa etapa de testes é uma 
barreira de proteção que valida a funcionalidade da nova frota antes de transferir todo o tráfego para 
a nova frota. Você ainda tem os benefícios de uma implantação azul/verde e o recurso de canário 
adicionado permite garantir que sua nova frota (verde) possa realizar inferências antes de permitir 
que ela processe 100% do tráfego.

A parte da sua frota verde que é ativada para receber tráfego é chamada de canário e você pode 
escolher o tamanho desse canário. Observe que o tamanho do canário deve ser menor que ou 
igual a 50% da capacidade da nova frota. Quando o período de baking termina e nenhum alarme 
pré-especificado do Amazon CloudWatch dispara, o restante do tráfego se desloca da frota antiga 
(azul) para a frota verde. A mudança de tráfego do canário oferece mais segurança durante a sua 
implantação, pois qualquer problema com o modelo atualizado impacta apenas o canário.

O diagrama a seguir mostra como o deslocamento de tráfego do canário gerencia a distribuição do 
tráfego entre as frotas azul e verde.

Depois que o SageMaker provisiona a frota verde, o SageMaker roteia uma parte do tráfego de 
entrada (por exemplo, 25%) para o canário. Em seguida, começa o período de baking, durante o qual 
os seus alarmes do CloudWatch monitoram o desempenho da frota verde. Durante esse período, 
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tanto a frota azul quanto a frota verde estão parcialmente ativas e recebendo tráfego. Se algum 
dos alarmes disparar durante o período de baking, o SageMaker iniciará uma reversão e todo o 
tráfego retornará à frota azul. Se nenhum dos alarmes disparar, todo o tráfego será transferido para 
a frota verde e haverá um período final de baking. Se o período final de baking terminar sem acionar 
nenhum alarme, a frota verde atenderá todo o tráfego e o SageMaker encerrará a frota azul.

Pré-requisitos

Antes de configurar uma implantação com mudança de tráfego do canário, você deve criar alarmes 
no Amazon CloudWatch para monitorar as métricas do seu endpoint. Os alarmes ficam ativos 
durante o período de baking e, se algum alarme disparar, todo o tráfego do endpoint será revertido 
para a frota azul. Para saber como configurar os alarmes do CloudWatch em um endpoint, consulte 
a página de pré-requisitos Configuração de reversão automática e monitoramento. Para obter mais 
informações sobre alarmes do CloudWatch, consulte Usar alarmes do CloudWatch, no Guia do 
usuário do Amazon CloudWatch.

Configurar o delocamento de tráfego de canários

Quando estiver pronto para a implantação e configurar os alarmes do Amazon CloudWatch para seu 
endpoint, você poderá usar a API do Amazon SageMaker UpdateEndpoint ou o comando update-
endpoint no AWS CLI para iniciar a implantação.

Tópicos

• Como atualizar um endpoint (API)

• Como atualizar um endpoint com uma política de atualização azul/verde existente (API)

• Como atualizar um endpoint (CLI)

Como atualizar um endpoint (API)

O exemplo a seguir da API UpdateEndpoint mostra como você pode atualizar um endpoint com o 
deslocamento de tráfego do canário.

import boto3
client = boto3.client("sagemaker")

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    DeploymentConfig={ 
        "BlueGreenUpdatePolicy": { 
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            "TrafficRoutingConfiguration": { 
                "Type": "CANARY", 
                "CanarySize": { 
                    "Type": "CAPACITY_PERCENT", 
                    "Value": 30 
                }, 
                "WaitIntervalInSeconds": 600 
            }, 
            "TerminationWaitInSeconds": 600, 
            "MaximumExecutionTimeoutInSeconds": 1800 
        }, 
        "AutoRollbackConfiguration": { 
            "Alarms": [ 
                { 
                    "AlarmName": "<your-cw-alarm>" 
                } 
            ] 
        } 
    }
)

Para configurar a opção de deslocamento de tráfego do canário, faça o seguinte:

• Para EndpointName, use o nome do endpoint existente que você deseja atualizar.

• Para EndpointConfigName, use o nome a configuração do endpoint que você deseja usar.

• Em DeploymentConfig e BlueGreenUpdatePolicy, em TrafficRoutingConfiguration, 
defina o parâmetro Type como CANARY. Isso especifica que a implantação usa o deslocamento de 
tráfego do canário.

• No campo CanarySize, você pode alterar o tamanho do canário modificando os parâmetros
Type e Value. Para Type, use CAPACITY_PERCENT, ou seja, a porcentagem da frota verde que 
você deseja usar como canário e, em seguida, defina Value como 30. Neste exemplo, você usa 
30% da capacidade da frota verde como canário. Observe que o tamanho do canário deve ser 
igual ou menor que 50% da capacidade da frota verde.

• Para WaitIntervalInSeconds, use 600. O parâmetro diz ao SageMaker que espere o tempo 
especificado (em segundos) entre cada mudança de intervalo. Esse intervalo é a duração do 
período de baking do canário. No exemplo anterior, o SageMaker espera 10 minutos após a troca 
de canário e, em seguida, conclui o segundo e último deslocamento de tráfego.

• Para TerminationWaitInSeconds, use 600. Esse parâmetro diz ao SageMaker que aguarde 
o tempo especificado (em segundos) depois que sua frota verde estiver totalmente ativa antes 
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de encerrar as instâncias na frota azul. Neste exemplo, o SageMaker espera 10 minutos após o 
período final de baking antes de encerrar a frota azul.

• Para MaximumExecutionTimeoutInSeconds, use 1800. Esse parâmetro define o tempo 
máximo em que a implantação pode ser executada antes de o tempo limite ser atingido. No 
exemplo anterior, sua implantação tem um limite de 30 minutos para ser concluída.

• Em AutoRollbackConfiguration, dentro do campo Alarms, você pode adicionar seus 
alarmes do CloudWatch por nome. Crie uma entrada AlarmName: <your-cw-alarm> para 
cada alarme que você deseja usar.

Como atualizar um endpoint com uma política de atualização azul/verde existente (API)

Ao usar a API CreateEndpoint para criar um endpoint, você pode, opcionalmente, especificar uma 
configuração de implantação para reutilizar em futuras atualizações de endpoint. Você pode usar 
as mesmas opções DeploymentConfig do exemplo anterior da API UpdateEndpoint. Não há 
alterações no comportamento da API CreateEndpoint. Especificar a configuração de implantação não 
executa automaticamente uma atualização azul/verde no seu endpoint.

A opção de usar uma configuração de implantação anterior acontece ao usar a API
UpdateEndpoint para atualizar seu endpoint. Ao atualizar seu endpoint, você pode usar a opção
RetainDeploymentConfig para manter a configuração da implantação especificada ao criar o 
endpoint.

Ao chamar a API UpdateEndpoint, defina RetainDeploymentConfig como True para manter as 
opções DeploymentConfig da configuração de endpoint original.

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    RetainDeploymentConfig=True
)

Como atualizar um endpoint (CLI)

Se você estiver usando o AWS CLI, o exemplo a seguir mostra como iniciar uma implantação de 
canário azul/verde usando o comando update-endpoint.

update-endpoint
--endpoint-name <your-endpoint-name>
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--endpoint-config-name <your-config-name> 
--deployment-config '"BlueGreenUpdatePolicy": {"TrafficRoutingConfiguration": {"Type": 
 "CANARY", 
    "CanarySize": {"Type": "CAPACITY_PERCENT", "Value": 30}, "WaitIntervalInSeconds": 
 600}, 
    "TerminationWaitInSeconds": 600, "MaximumExecutionTimeoutInSeconds": 1800}, 
    "AutoRollbackConfiguration": {"Alarms": [{"AlarmName": "<your-alarm>"}]}'

Para configurar a opção de deslocamento de tráfego do canário, faça o seguinte:

• Para endpoint-name, use o nome do endpoint que deseja usar para atualizar.

• Para endpoint-config-name, use o nome a configuração do endpoint que você deseja usar.

• Para deployment-config, use um objeto JSON BlueGreenUpdatePolicy.

Note

Se você preferir salvar seu objeto JSON em um arquivo, consulte Geração de esqueleto 
AWS CLI e parâmetros de entrada no Guia do usuário AWS CLI.

Deslocamento de tráfego linear

O deslocamento de tráfego linear permite que você transfira gradualmente o tráfego de sua frota 
antiga (frota azul) para sua nova frota (frota verde). Com deslocamento de tráfego linear, você 
pode deslocar o tráfego em várias etapas, minimizando a chance de uma interrupção no seu 
endpoint. Essa opção de implantação azul/verde oferece maior controle da granularidade sobre o 
deslocamento de tráfego.

Você pode escolher o número de instâncias ou a porcentagem da capacidade da frota verde a ser 
ativada durante cada etapa. Cada etapa linear deve estar apenas entre 10 e 50% da capacidade 
da frota verde. Para cada etapa, há um período de baking durante o qual seus alarmes pré-
especificados do Amazon CloudWatch monitoram as métricas da frota verde. Quando o período 
de baking termina e nenhum alarme dispara, a porção ativa da sua frota verde continua recebendo 
tráfego e uma nova etapa começa. Se qualquer alarme for disparado durante o período de baking, o 
tráfego do endpoint irá se reverter para sua frota azul.

O diagrama a seguir mostra como o deslocamento de tráfego linear roteia o tráfego para as frotas 
azul e verde.
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Depois que o SageMaker provisiona a nova frota, a primeira parte da frota verde é ativada e recebe 
tráfego. O SageMaker desativa a porção de mesmo tamanho da frota azul e o período de baking 
começa. Se qualquer alarme for disparado, todo o tráfego do endpoint irá se reverter para sua frota 
azul. Se o período de baking terminar, a próxima etapa será iniciada. Outra parte da frota verde 
é ativada e recebe tráfego, parte da frota azul é desativada e outro período de baking começa. 
O mesmo processo se repete até que a frota azul seja totalmente desativada e a frota verde 
esteja totalmente ativa e recebendo todo o tráfego. Se um alarme disparar a qualquer momento, o 
SageMaker encerra o processo de deslocamento e 100% do tráfego volta para a frota azul.

Pré-requisitos

Antes de configurar uma implantação deslocamento de tráfego linear, você deve criar alarmes do 
CloudWatch para monitorar as métricas a partir do seu endpoint. Os alarmes ficam ativos durante o 
período de baking e, se algum alarme disparar, todo o tráfego do endpoint é revertido para a frota 
azul. Para saber como configurar os alarmes do CloudWatch em um endpoint, consulte a página 
de pré-requisitos Configuração de reversão automática e monitoramento. Para saber mais sobre 
alarmes do CloudWatch, consulte Usando alarmes do Amazon CloudWatch no Guia do usuário do 
Amazon CloudWatch.

Configurar o deslocamento de tráfego linear

Quando estiver pronto para a implantação e tiver configurado os alarmes do CloudWatch para o seu 
endpoint, você pode usar a API UpdateEndpoint do Amazon SageMaker ou o comando atualizar 
endpoint no AWS CLI para iniciar a implantação.
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Tópicos

• Como atualizar um endpoint (API)

• Como atualizar um endpoint com uma política de atualização azul/verde existente (API)

• Como atualizar um endpoint (CLI)

Como atualizar um endpoint (API)

O exemplo a seguir da API UpdateEndpoint mostra como você pode atualizar um endpoint com 
deslocamento de tráfego linear.

import boto3
client = boto3.client("sagemaker")

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    DeploymentConfig={ 
        "BlueGreenUpdatePolicy": { 
            "TrafficRoutingConfiguration": { 
                "Type": "LINEAR", 
                "LinearStepSize": { 
                    "Type": "CAPACITY_PERCENT", 
                    "Value": 20 
                }, 
                "WaitIntervalInSeconds": 300 
            }, 
            "TerminationWaitInSeconds": 300, 
            "MaximumExecutionTimeoutInSeconds": 3600 
        }, 
        "AutoRollbackConfiguration": { 
            "Alarms": [ 
                { 
                    "AlarmName": "<your-cw-alarm>" 
                } 
            ] 
        } 
    }
)

Para configurar a opção de deslocamento de tráfego linear, faça o seguinte:
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• Para EndpointName, use o nome do endpoint existente que deseja atualizar.

• Para EndpointConfigName, use o nome da configuração de endpoint que deseja usar.

• Em DeploymentConfig e BlueGreenUpdatePolicy, no TrafficRoutingConfiguration, 
defina o parâmetro Type como LINEAR. Isso especifica que a implantação usa o modo de 
deslocamento de tráfego linear.

• No campo LinearStepSize você pode alterar o tamanho das etapas modificando os parâmetros
Type e Value. ParaType, use CAPACITY_PERCENT, ou seja, a porcentagem de sua frota verde 
que você deseja usar como tamanho da etapa e, em seguida, defina Value como 20. Neste 
exemplo, você ativa 20% da capacidade da frota verde para cada etapa de deslocamento de 
tráfego. Observe que, ao personalizar o tamanho da etapa linear, você deve usar apenas etapas 
que representem 10% a 50% da capacidade da frota verde.

• Para WaitIntervalInSeconds, use 300. O parâmetro diz ao SageMaker que aguarde o tempo 
especificado (em segundos) entre cada deslocamento de tráfego. Esse intervalo é a duração 
do período de baking entre cada etapa linear. No exemplo anterior, o SageMaker espera por 5 
minutos entre cada deslocamento de tráfego.

• Para TerminationWaitInSeconds, use 300. Esse parâmetro diz ao SageMaker que aguarde 
pelo tempo especificado (em segundos) depois que a sua frota verde estiver totalmente ativa antes 
de encerrar as instâncias na frota azul. Neste exemplo, o SageMaker espera 5 minutos após o 
período final de baking antes de encerrar a frota azul.

• Para MaximumExecutionTimeoutInSeconds, use 3600. Esse parâmetro define o tempo 
máximo em que a implantação pode ser executada antes do fim do tempo limite. No exemplo 
anterior, sua implantação tem um limite de 1 hora para ser concluída.

• Em AutoRollbackConfiguration, dentro do campo Alarms, você pode adicionar seus 
alarmes do CloudWatch por nome. Crie uma entrada AlarmName: <your-cw-alarm> para 
cada alarme que você deseja usar.

Como atualizar um endpoint com uma política de atualização azul/verde existente (API)

Ao usar a API CreateEndpoint para criar um endpoint, você pode, opcionalmente, especificar uma 
configuração de implantação para reutilizar em futuras atualizações de endpoint. Você pode usar 
as mesmas opções DeploymentConfig do exemplo anterior da API UpdateEndpoint. Não há 
alterações no comportamento da API CreateEndpoint. Especificar a configuração da implantação não 
executa automaticamente uma atualização azul/verde no seu endpoint.

A opção de usar uma configuração de implantação anterior acontece ao usar a API
UpdateEndpoint para atualizar seu endpoint. Ao atualizar seu endpoint, você pode usar a opção
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RetainDeploymentConfig para manter a configuração da implantação especificada ao criar o 
endpoint.

Ao chamar a API UpdateEndpoint, defina RetainDeploymentConfig como True para manter as 
opções DeploymentConfig da configuração de endpoint originais.

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    RetainDeploymentConfig=True
)

Como atualizar um endpoint (CLI)

Se você estiver usando o AWS CLI, o exemplo a seguir mostra como iniciar uma implantação linear 
azul/verde usando o comando atualizar endpoint.

update-endpoint
--endpoint-name <your-endpoint-name>
--endpoint-config-name <your-config-name> 
--deployment-config '{"BlueGreenUpdatePolicy": {"TrafficRoutingConfiguration": {"Type": 
 "LINEAR", 
    "LinearStepSize": {"Type": "CAPACITY_PERCENT", "Value": 20}, 
 "WaitIntervalInSeconds": 300}, 
    "TerminationWaitInSeconds": 300, "MaximumExecutionTimeoutInSeconds": 3600}, 
    "AutoRollbackConfiguration": {"Alarms": [{"AlarmName": "<your-alarm>"}]}'

Para configurar a opção de deslocamento de tráfego linear, faça o seguinte:

• Para endpoint-name, use o nome do endpoint que você deseja atualizar.

• Para endpoint-config-name, use o nome da configuração de endpoint que deseja usar.

• Para deployment-config, use um objeto JSON da BlueGreenUpdatePolicy.

Note

Se você preferir salvar seu objeto JSON em um arquivo, consulte a Geração de esqueleto 
AWS CLI e parâmetros de entrada no Guia do usuário AWS CLI.
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Implantações contínuas

Ao atualizar seu endpoint, você pode especificar uma implantação contínua para deslocar 
gradualmente o tráfego da sua frota antiga para uma nova frota. Você pode controlar o tamanho das 
etapas de deslocamento de tráfego, bem como especificar um período de avaliação para monitorar 
problemas nas novas instâncias antes de encerrar instâncias da frota antiga. Com implantações 
contínuas, as instâncias da frota antiga são limpas após cada deslocamento de tráfego para a nova 
frota, reduzindo a quantidade de instâncias adicionais necessárias para atualizar seu endpoint. Isso 
é útil principalmente para instâncias aceleradas que estão sob alta demanda.

As implantações contínuas substituem gradualmente a implantação anterior da versão do modelo 
pela nova versão, atualizando seu endpoint em tamanhos de lote configuráveis. O comportamento 
de deslocamento de tráfego das implantações contínuas é semelhante ao modo de deslocamento 
de tráfego linear nas implantações azul/verde, mas as implantações contínuas oferecem o benefício 
de redução nos requisitos de capacidade quando comparadas às implantações azul/verde. Com 
implantações contínuas, um número menor de instâncias fica ativo ao mesmo tempo e você tem 
um controle mais granular sobre quantas instâncias você deseja atualizar na nova frota. Você deve 
considerar o uso de uma implantação contínua em vez de uma implantação azul/verde se tiver 
modelos grandes ou um endpoint grande com muitas instâncias.

A lista a seguir descreve os principais recursos das implantações contínuas no Amazon SageMaker:

• Período de baking. O período de incorporação é um período de tempo determinado para monitorar 
a nova frota antes de prosseguir para a próxima etapa de implantação. Se algum dos alarmes pré-
especificados disparar durante qualquer período de incorporação, todo o tráfego do endpoint será 
revertido para a frota antiga. O período de incorporação ajuda você a adquirir confiança em sua 
atualização antes de tornar o deslocamento de tráfego permanente.

• Tamanho do lote contínuo. Você tem controle granular sobre o tamanho de cada lote para o 
deslocamento de tráfego ou o número de instâncias que deseja atualizar em cada lote. Esse 
número pode variar de 5 a 50% do tamanho da sua frota. Você pode especificar o tamanho do lote 
como um número de instâncias ou como a porcentagem geral de sua frota.

• Reversão automática. Você pode especificar os alarmes do Amazon CloudWatch que o 
SageMaker usa para monitorar a nova frota. Se um problema com o código de atualização 
disparar algum dos alarmes, o SageMaker iniciará uma reversão automática para a frota antiga a 
fim de manter a disponibilidade, minimizando assim os riscos.
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Note

Se seu endpoint usa quaisquer dos recursos listados na página Exclusões, você não pode 
usar implantações contínuas.

Como funciona

Durante uma implantação contínua, o SageMaker fornece a infraestrutura para deslocar o tráfego 
da frota antiga para a nova frota sem precisar provisionar todas as novas instâncias de uma vez. O 
SageMaker usa as seguintes etapas para deslocar o tráfego:

1. O SageMaker provisiona o primeiro lote de instâncias na nova frota.

2. Uma parte do tráfego é deslocada a partir das instâncias antigas para o primeiro lote de novas 
instâncias.

3. Após o período de incorporação, se nenhum alarme do Amazon CloudWatch for disparado, o 
SageMaker limpa um lote de instâncias antigas.

4. O SageMaker continua provisionando, deslocando e limpando instâncias em lotes até que a 
implantação seja concluída.

Se um alarme for disparado durante um dos períodos de incorporação, o tráfego será revertido para 
a frota antiga em lotes do tamanho especificado por você. Como alternativa, você pode especificar 
a implantação contínua para deslocar 100% do tráfego de volta para a frota antiga caso um alarme 
seja disparado.

O diagrama a seguir mostra a progressão de uma implantação contínua com êxito, conforme descrito 
nas etapas anteriores.
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Para criar uma implantação contínua, basta especificar a configuração de implantação desejada. 
Em seguida, o SageMaker lida com o provisionamento de novas instâncias, o encerramento 
de instâncias antigas e o deslocamento de tráfego para você. Você pode criar e gerenciar sua 
implantação por meio das APIs UpdateEndpoint e CreateEndpoint do SageMaker e do comando 
AWS Command Line Interface existentes.

Pré-requisitos

Antes de configurar uma implantação contínua, você deve criar alarmes do Amazon CloudWatch 
para monitorar as métricas do seu endpoint. Se qualquer alarme for disparado durante o período 
de incorporação, o tráfego começará a reverter para sua frota antiga. Para saber como configurar 
os alarmes do CloudWatch em um endpoint, consulte a página de pré-requisitos Configuração e 
monitoramento de reversão automática. Para saber mais sobre alarmes do CloudWatch, consulte
Usar alarmes do CloudWatch no Guia do usuário do Amazon CloudWatch.

Além disso, revise a página Exclusões para garantir que seu endpoint atenda aos requisitos de uma 
implantação contínua.
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Determinar o tamanho do lote contínuo

Antes de atualizar seu endpoint, determine o tamanho do lote que você deseja usar para deslocar 
incrementalmente o tráfego para a nova frota.

Para implantações contínuas, você pode especificar um tamanho do lote que seja de 5 a 50% 
da capacidade da sua frota. Se você escolher um tamanho do lote grande, a implantação será 
concluída mais rapidamente. No entanto, lembre-se de que o endpoint requer mais capacidade 
durante a atualização, aproximadamente a sobrecarga do tamanho do lote. Se você escolher um 
tamanho do lote menor, a implantação demorará mais, mas você usará menos capacidade durante a 
implantação.

Configurar uma implantação contínua

Quando estiver pronto para a implantação e tiver configurado os alarmes do CloudWatch para o 
endpoint, você pode usar a API UpdateEndpoint do SageMaker ou o comando atualizar endpoint no 
AWS Command Line Interface para iniciar a implantação.

Instrução para atualizar um endpoint

O exemplo a seguir mostra como você pode atualizar seu endpoint com uma implantação contínua 
usando o método atualizar endpoint do cliente Boto3 do SageMaker.

Para configurar a implantação contínua, use o exemplo e os campos a seguir:

• Em EndpointName, use o nome do endpoint existente que você deseja atualizar.

• Em EndpointConfigName, use o nome da configuração de endpoint que você deseja usar.

• No objeto AutoRollbackConfiguration, dentro do campo Alarms, você pode adicionar seus 
alarmes do CloudWatch por nome. Crie uma entrada de AlarmName: <your-cw-alarm> para 
cada alarme que você deseja usar.

• Em DeploymentConfig, para o objeto RollingUpdatePolicy, especifique os seguintes 
campos:

• MaximumExecutionTimeoutInSeconds — O limite de tempo para a implantação total. 
Exceder esse limite causa um tempo limite. O valor máximo que você pode especificar para 
esse campo é 28800 segundos ou 8 horas.

• WaitIntervalInSeconds — A duração do período de baking, durante o qual o SageMaker 
monitora os alarmes de cada lote na nova frota.
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• MaximumBatchSize — Especifique o Type do lote que você deseja usar (contagem de 
instâncias ou porcentagem geral da sua frota) e o Value ou o tamanho de cada lote.

• RollbackMaximumBatchSize — Use este objeto para especificar a estratégia de reversão 
caso um alarme dispare. Especifique o Type do lote que você deseja usar (contagem de 
instâncias ou porcentagem geral da sua frota) e o Value ou o tamanho de cada lote. Se você 
não especificar esses campos ou definir o valor como 100% do seu endpoint, o SageMaker usa 
uma estratégia de reversão azul/verde e reverte todo o tráfego para a frota antiga quando um 
alarme dispara.

import boto3
client = boto3.client("sagemaker")

response = client.update_endpoint( 
    EndpointName="<your-endpoint-name>", 
    EndpointConfigName="<your-config-name>", 
    DeploymentConfig={ 
        "AutoRollbackConfiguration": { 
            "Alarms": [ 
                { 
                    "AlarmName": "<your-cw-alarm>" 
                }, 
            ] 
        }, 
        "RollingUpdatePolicy": {  
            "MaximumExecutionTimeoutInSeconds": number, 
            "WaitIntervalInSeconds": number, 
            "MaximumBatchSize": { 
                "Type": "INSTANCE_COUNT" | "CAPACITY_PERCENTAGE" (default), 
                "Value": number 
            }, 
            "RollbackMaximumBatchSize": { 
                "Type": "INSTANCE_COUNT" | "CAPACITY_PERCENTAGE" (default), 
                "Value": number 
            }, 
        }   
    }
)
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Depois de atualizar seu endpoint, você pode verificar o status da sua implantação contínua e verificar 
a integridade do seu endpoint. Você pode revisar o status do endpoint no console do SageMaker ou 
você pode revisar o status do seu endpoint usando a API DescribeEndpoint.

No objeto VariantStatus retornado pela API DescribeEndpoint, o campo Status informa a 
implantação atual ou o status da operação do seu endpoint. Para obter mais informações sobre os 
possíveis status e o que eles significam, consulte ProductionVariantStatus.

Se você tentou realizar uma implantação contínua e o status do seu endpoint é
UpdateRollbackFailed, consulte a seção a seguir para obter ajuda na solução de problemas.

Tratamento de falhas

Se houver falha nas implantações contínuas e na reversão automática, seu endpoint poderá ficar 
com o status de UpdateRollbackFailed. Esse status significa que diferentes configurações de 
endpoint foram implantadas nas instâncias por trás do seu endpoint e seu endpoint está em serviço 
com uma combinação de configurações de endpoint antigas e novas.

Você pode fazer outra chamada para a API UpdateEndpoint para retornar seu endpoint a um estado 
íntegro. Especifique a configuração de endpoint e a configuração de implantação desejadas (como 
uma implantação contínua, uma implantação azul/verde ou nenhuma) para atualizar seu endpoint.

Você pode chamar a API DescribeEndpoint para verificar novamente a integridade do seu endpoint, 
que é retornada no objeto VariantStatus como o campo Status. Se sua atualização tiver êxito, o
Status do endpoint retornará a InService.

Exclusions

Ao fazer uma implantação azul/verde ou contínua, sua nova configuração de endpoint deve ter o 
mesmo nome de variante da configuração antiga do endpoint. Também há exclusões baseadas 
em atributos que tornam seu endpoint incompatível com as barreiras de proteção de implantação 
no momento. Se seu endpoint usa algum dos seguintes atributos, você não pode usar barreiras de 
proteção de implantação em seu endpoint, e seu endpoint voltará a usar uma implantação azul/verde 
com mudanças de tráfego de uma só vez e sem período final de cálculo:

• Marketplace de contêineres

• Endpoints que usam instâncias Inf1 (baseadas em inferência)

• Endpoints do Amazon Elastic Inference
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Se você estiver fazendo uma implantação contínua, há outras exclusões baseadas em atributos:

• Endpoints de inferência sem servidor

• Endpoints de inferência multivariante

Testes de validação por comparação

Com o Amazon SageMaker, você pode avaliar qualquer alteração em sua infraestrutura de serviço 
de modelos comparando seu desempenho com a infraestrutura atualmente implantada. Essa prática 
é conhecida como teste de validação por comparação. Os testes de validação por comparação 
pode ajudar você a detectar possíveis erros de configuração e problemas de desempenho antes 
que eles afetem os usuários finais. Com o SageMaker, você não precisa investir na criação de sua 
infraestrutura de testes de validação por comparação, para poder se concentrar no desenvolvimento 
de modelos.

Você pode usar esse recurso para validar alterações em qualquer componente de sua variante de 
produção, ou seja, o modelo, o contêiner ou a instância, sem nenhum impacto no usuário final. É útil 
em situações que incluem, mas não se limitam às seguintes:

• Você está pensando em promover um novo modelo que foi validado off-line para produção, mas 
deseja avaliar métricas de desempenho operacional, como latência e taxa de erro, antes de tomar 
essa decisão.

• Você está considerando mudanças em seu contêiner de infraestrutura de serviço, como corrigir 
vulnerabilidades ou atualizar para versões mais recentes, e deseja avaliar o impacto dessas 
mudanças antes da promoção para a produção.

• Você está pensando em mudar sua instância de ML e quer avaliar o desempenho da nova 
instância com solicitações de inferência em tempo real.

O console do SageMaker fornece uma experiência guiada para gerenciar o fluxo de trabalho dos 
testes de validação por comparação. Você pode configurar testes de validação por comparação por 
um período predefinido, monitorar o progresso do teste por meio de um painel ao vivo, limpar após 
a conclusão e agir de acordo com os resultados. Selecione uma variante de produção com a qual 
você deseja testar e o SageMaker implanta automaticamente a nova variante no modo sombra e 
encaminha uma cópia das solicitações de inferência para ela, em tempo real, no mesmo endpoint. 
Somente as respostas da variante de produção são retornadas ao aplicativo de chamada. Você pode 
optar por descartar ou registrar as respostas da variante de sombra para comparação off-line. Para 
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obter mais informações sobre produção e variantes de sombra, consulte Valide com segurança os 
modelos em produção. Observe que, se seu endpoint usar qualquer um dos atributos listados na 
página Exclusions, você não poderá usar testes de validação por comparação.

Para obter instruções sobre como criar um teste de validação por comparação, consulte Criar uma 
de teste de sombra.

Criar uma de teste de sombra

Você pode criar um teste de sombra para comparar o desempenho de uma variante de sombra 
com uma variante de produção. Você pode executar o teste em um endpoint existente que esteja 
atendendo às solicitações de inferência ou criar um novo endpoint no qual executar o teste.

Para criar uma de teste de sombra, você precisa especificar o seguinte:

• Uma variante de produção que recebe e responde a 100% das solicitações de inferência 
recebidas.

• Uma variante paralela que recebe uma porcentagem das solicitações recebidas, replicada da 
variante de produção, mas não retorna nenhuma resposta.

Para cada variante, você pode usar SageMaker para controlar o modelo, o tipo de instância e a 
contagem de instâncias. Você pode configurar a porcentagem de solicitações recebidas, conhecida 
como porcentagem de amostragem de tráfego, que você deseja replicar para sua variante sombra. 
SageMaker gerencia a replicação de solicitações para sua variante sombra e você pode modificar 
a porcentagem de amostragem de tráfego quando o teste está programado ou em execução. 
Opcionalmente, você também pode ativar a captura de dados para registrar solicitações e respostas 
de suas variantes de produção e sombra.

Note

SageMaker suporta no máximo uma variante de sombra por endpoint. Para um endpoint com 
uma variante de sombra, pode haver no máximo uma variante de produção.

Você pode programar o teste para começar a qualquer momento e continuar por um período 
especificado. A duração padrão é de 7 dias e a máxima é de 30 dias. Depois que o teste for 
concluído, o endpoint volta ao estado em que estava antes de iniciar o teste. Isso garante que você 
não precise limpar manualmente os recursos após a conclusão do teste.
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Você pode monitorar um teste que está sendo executado por meio de um painel no SageMaker 
console. O painel fornece uma comparação lado a lado das métricas de invocação e métricas 
de instância entre as variantes de produção e sombra, além de uma visualização tabular com 
estatísticas métricas relevantes. Esse painel também está disponível para testes concluídos. Depois 
de analisar as métricas, você pode optar por promover a variante sombra como a nova variante de 
produção ou manter a variante de produção existente. Depois de promover a variante sombra, ela 
responde a todas as solicitações recebidas. Para ter mais informações, consulte Promover uma 
variante de sombra.

O procedimento a seguir descreve como criar um teste de sombra por meio do SageMaker console. 
Há variações no fluxo de trabalho, dependendo se você deseja usar um endpoint existente ou criar 
um novo endpoint para o teste de sombra.

Tópicos

• Pré-requisitos

• Insira os detalhes do teste de sombra

• Insira as configurações do teste de sombra

Pré-requisitos

Antes de criar um teste de sombra com o SageMaker console, você deve ter um SageMaker 
modelo pronto para uso. Para obter mais informações sobre como criar um SageMaker modelo, 
consulteImplemente modelos para inferência em tempo real.

Você pode começar com testes de sombra com um endpoint existente com uma variante de 
produção e uma variante de sombra, um endpoint existente com apenas uma variante de produção 
ou apenas os SageMaker modelos que você gostaria de comparar. Os testes paralelos permitem 
criar um endpoint e adicionar variantes antes do início do teste.

Insira os detalhes do teste de sombra

Para começar a criar seu teste de sombra, preencha a página Inserir detalhes do teste de sombra
fazendo o seguinte:

1. Abra o console de SageMaker .

2. No painel de navegação, escolha Inferência e, em seguida, escolha testes de sombra.

3. Escolha Criar teste de sombra.
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4. Em Nome, insira um nome para o teste.

5. (Opcional) Em Descrição, insira uma descrição para o teste.

6. (Opcional) Especifique as tags usando pares de chave e valor.

7. Escolha Próximo.

Insira as configurações do teste de sombra

Depois de preencher a página Inserir detalhes do teste de sombra, preencha a página Inserir 
configurações do teste de sombra. Se você já tem um endpoint de SageMaker inferência e uma 
variante de produção, siga o fluxo de trabalho Usar um endpoint existente. Se você ainda não tem 
uma de endpoint, siga o fluxo de trabalho Criar uma de novo endpoint.

Use an existing endpoint

Se você quiser usar um endpoint existente para seu teste, preencha a página Inserir 
configurações do teste de sombra fazendo o seguinte:

1. Escolha a função que tem a política de IAM AmazonSageMakerFullAccess anexada.

2. Escolha Usar um endpoint existente e, em seguida, escolha um dos endpoints disponíveis.

3. (Opcional) Para criptografar o volume de armazenamento em seu endpoint, escolha uma 
chave KMS existente ou escolha Inserir um ARN da chave KMS na lista suspensa em Chave 
de criptografia. Se você escolher a segunda opção, um campo para inserir o ARN da chave 
KMS será exibido. Insira o ARN da chave KMS nesse campo.

4. Se você tiver várias variantes de produção por trás desse endpoint, remova as que não 
deseja usar para o teste. Você pode remover uma variante do modelo selecionando-a e, em 
seguida, escolhendo Remover.

5. Se ainda não tiver uma variante de sombra, adicione uma variante de sombra. Para adicionar 
uma variante de sombra, faça o seguinte:

a. Escolha Adicionar.

b. Escolha a variante de sombra.

c. Na caixa de diálogo Adicionar modelo, escolha o modelo que você deseja usar para sua 
variante de sombra.

d. Escolha Salvar.

6. (Opcional) Na etapa anterior, a variante de sombra é adicionada com as configurações 
padrão. Para modificar essas configurações, selecione a variante de sombra e escolha
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Editar. A caixa de diálogo Editar variante de sombra é exibida. Para obter mais informações 
sobre preenchimento dessa caixa de diálogo, consulte Editar um teste de sombra.

7. Na seção Programação, insira a duração do teste fazendo o seguinte:

a. Escolha a caixa em Duração. É exibido um calendário pop-up.

b. Selecione as datas de início e término no calendário ou insira as datas de início e 
término nos campos Data de início e Data de término, respectivamente.

c. (Opcional) Para os campos Hora de início e Hora de término, insira as horas de início e 
término, respectivamente, no formato de 24 horas.

d. Escolha Aplicar.

A duração mínima é de 1 hora e a duração máxima é de 30 dias.

8. (Opcional) Ative a captura de dados para salvar as informações de solicitação e resposta de 
inferência do seu endpoint em um bucket do Amazon S3 e, em seguida, insira a localização 
do bucket do Amazon S3.

9. Escolha Criar teste de sombra.

Create a new endpoint

Se não tiver um endpoint existente para seu teste ou quiser criar um novo endpoint para o seu 
teste, preencha a página Inserir configurações do teste de sombra fazendo o seguinte:

1. Escolha a função que tem a política de IAM AmazonSageMakerFullAccess anexada.

2. Escolha Criar um novo endpoint.

3. Em Tag de nome, insira um nome para o endpoint.

4. Adicione uma variante de produção e uma variante de sombra ao endpoint:

• Para adicionar uma variante de produção, escolha Adicionar e, em seguida, escolha
Variante de produção. Na caixa de diálogo Adicionar modelo, escolha o modelo que deseja 
usar para sua variante de sombra e em seguida escolha Salvar.

• Para adicionar uma variante de sombra, escolha Adicionar e, em seguida, escolha Variante 
de sombra. Na caixa de diálogo Adicionar modelo, escolha o modelo que deseja usar para 
sua variante de sombra e em seguida escolha Salvar.

5. (Opcional) Na etapa anterior, a variante de sombra é adicionada com as configurações 
padrão. Para modificar essas configurações, selecione a variante de sombra e escolha
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Editar. A caixa de diálogo Editar variante de sombra é exibida. Para obter mais informações 
sobre preenchimento dessa caixa de diálogo, consulte Editar um teste de sombra.

6. Na seção Programação, insira a duração do teste fazendo o seguinte:

a. Escolha a caixa em Duração. É exibido um calendário pop-up.

b. Selecione as datas de início e término no calendário ou insira as datas de início e 
término em Data de início e Data de término, respectivamente.

c. (Opcional) Em Hora de início e Hora de término, insira as horas de início e término, 
respectivamente, no formato de 24 horas.

d. Escolha Aplicar.

A duração mínima é de 1 hora e a duração máxima é de 30 dias.

7. (Opcional) Ative a captura de dados para salvar as informações de solicitação e resposta de 
inferência do seu endpoint em um bucket do Amazon S3 e, em seguida, insira a localização 
do bucket do Amazon S3.

8. Escolha Criar teste de sombra.

Depois de concluir os procedimentos anteriores, agora você deve ter um teste agendado para 
começar na data e hora de início especificadas. Você pode ver o progresso do teste em um painel. 
Para obter mais informações sobre visualização do teste e das ações que você pode realizar, 
consulte Visualize, monitore e edite testes de sombra.

Visualize, monitore e edite testes de sombra

Você pode visualizar o status dos seus testes paralelos, monitorar seu progresso em um painel e 
realizar ações, como iniciar ou interromper um teste mais cedo ou excluir um teste. As seções a 
seguir mostram como você pode visualizar e modificar seus testes de sombra usando o console do 
SageMaker.

Tópicos

• Exibir testes de sombra

• Monitore um teste de sombra

• Antecipe o início de um teste de sombra

• Antecipe a conclusão de um teste de sombra

• Excluir uma de teste de sombra
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• Editar um teste de sombra

Exibir testes de sombra

Você pode ver os status de todos os seus testes de sombra na página Testes de sombra no console 
do SageMaker.

Para visualizar seus testes no console, faça o seguinte:

1. Abra o console do Sagemaker.

2. No painel de navegação, escolha Inferência.

3. Escolha Testes de sombra para ver a página que lista todos os seus testes de sombra. A página 
deve ter a aparência da captura de tela a seguir, com todos os testes listados na seção Testes 
de sombra.

Você pode ver o status de um teste no console na página Testes de sombra verificando o campo
Status do teste.

Os status de um teste possíveis são os seguintes:

• Creating – O SageMaker está criando seu teste.
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• Created – O SageMaker terminou de criar seu teste e ele começará no horário agendado.

• Updating – Quando você faz alterações em seu teste, seu teste é exibido como atualização.

• Starting – O SageMaker está começando seu teste.

• Running – Seu teste está em andamento.

• Stopping – O SageMaker está interrompendo seu teste.

• Completed – Seu teste foi concluído.

• Cancelled – Quando você conclui seu teste mais cedo, ele aparece como cancelado.

Monitore um teste de sombra

Você pode ver os detalhes de um teste de sombra e monitorá-lo enquanto ele está em andamento 
ou depois de concluído. O SageMaker apresenta um painel ao vivo comparando as métricas 
operacionais, como latência do modelo e taxa de erro agregada, das variantes de produção e 
sombra.

Para visualizar os detalhes de um teste individual no console do, faça o seguinte:

1. Selecione o teste que você deseja monitorar na seção Teste de sombra na página Testes de 
sombra.

2. Na lista suspensa Ações, escolha Visualizar. Uma página de visão geral com os detalhes do 
teste e um painel de métricas é exibida.

A página de visão geral tem as três seções a seguir.

Resumo

Esta seção resume o progresso e o status do teste. Também mostra as estatísticas resumidas da 
métrica escolhida na lista suspensa Selecionar métrica na subseção Métricas. A captura de tela a 
seguir mostra essa seção.
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Na captura de tela anterior, as guias Configurações e Detalhes mostram as configurações que 
você selecionou e os detalhes que inseriu ao criar o teste.

Análise

Esta seção mostra um painel de métricas com gráficos separados das seguintes métricas:

• Invocations

• InvocationsPerInstance

• ModelLatency

• Invocation4XXErrors

• Invocation5XXErrors

• InvocationModelErrors

• CPUUtilization

• MemoryUtilization

• DiskUtilization

As últimas três métricas monitoram o uso dos recursos de tempo de execução do contêiner do 
modelo. O resto são métricas do CloudWatch que você pode usar para analisar o desempenho 
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da sua variante. Em geral, menos erros indicam um modelo mais estável. Uma latência mais 
baixa indica um modelo mais rápido ou uma infraestrutura mais rápida. Para ter mais informações 
sobre métricas do CloudWatch, consulte SageMaker Métricas de invocação de endpoints. A 
captura de tela a seguir mostra o painel de métricas.

Ambiente

Esta seção mostra as variantes que você comparou no teste. Se você estiver satisfeito com 
o desempenho da variante de sombra, com base nas métricas mencionadas acima, poderá 
promover a variante de sombra para produção escolhendo Implantar variante de sombra. Para 
obter mais detalhes sobre a implantação de uma variante de sombra, consulte Promover uma 
variante de sombra. Você também pode alterar a porcentagem de amostragem de tráfego e 
continuar testando quando escolhe Editar tráfego. Para obter mais detalhes sobre a edição de 
uma variante de sombra, consulte Editar um teste de sombra. A captura de tela a seguir mostra 
essa seção.
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Antecipe o início de um teste de sombra

Você pode iniciar o teste antes do horário de início programado. Se a nova duração do teste exceder 
30 dias, o SageMaker definirá automaticamente o final do teste para 30 dias após o novo horário de 
início. Essa ação inicia o teste imediatamente. Se quiser alterar a hora de início ou término do teste, 
consulte Editar um teste de sombra.

Para iniciar imediatamente o teste, antes do horário de início programado, por meio do console, faça 
o seguinte:

1. Selecione o teste que você deseja monitorar na seção Teste de sombra na página Testes de 
sombra.

2. Na lista suspensa Ações, escolha Iniciar. A caixa de diálogoIniciar teste de sombra? é exibida.

3. Escolha Iniciar agora.

Antecipe a conclusão de um teste de sombra

Você pode concluir um teste em andamento antes do final da duração prevista. Para mais 
informações, consulte Antecipe a conclusão de um teste de sombra.

Excluir uma de teste de sombra

Você pode excluir um teste do qual não precisa mais. Excluir seu teste exclui somente os metadados 
do teste e não seu endpoint, variantes ou dados capturados no Amazon S3. Se quiser que seu 
endpoint pare de funcionar, você deve excluí-lo. Para obter mais informações sobre um endpoint, 
consulte Excluir endpoints e recursos
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Para excluir um teste por meio do console, faça o seguinte:

1. Selecione o teste que você deseja excluir na seção Teste de sombra, na página Testes de 
sombra.

2. Na lista suspensa Ações, escolha Excluir. A caixa de diálogoExcluir teste de sombra é exibida.

3. No campo Para confirmar exclusão, digite excluir na caixa de texto e digite delete.

4. Escolha Excluir.

Editar um teste de sombra

Você pode modificar os testes agendados e em andamento. Antes do início do teste, altere a 
descrição, a configuração da variante sombra, a data de início e a data de término do teste. Você 
também pode ativar ou desativar a captura de dados.

Após o início do teste, você só poderá alterar a descrição, a porcentagem de amostragem de tráfego 
para a variante sombra e a data de término.

Para editar os detalhes do seu teste por meio do console, faça o seguinte:

1. Selecione o teste que você deseja editar na seção Teste de sombra, na página Testes de 
sombra.

2. Na lista suspensa Ações, escolha Editar. A página Inserir detalhes do teste de sombra é exibida.

3. (Opcional) Em Descrição, insira uma descrição do teste.

4. Escolha Próximo. A página Inserir configurações do teste de sombra é exibida.

5. (Opcional) Para editar sua variante de sombra, faça o seguinte:

a. Selecione a variante de sombra e escolha Editar. A caixa de diálogo Editar variante de 
sombra é exibida. Se o teste já tiver começado, você só poderá alterar a porcentagem de 
amostragem de tráfego.

b. (Opcional) Em Nome, insira o novo nome para substituir o antigo.

c. (Opcional) Em Amostra de tráfego, insira a nova porcentagem de amostragem de tráfego 
para substituir a porcentagem de amostragem de tráfego antiga.

d. (Opcional) Em Tipo de instância, selecione o novo tipo de instância na lista suspensa.

e. (Opcional) Em Contagem de instâncias, insira a nova contagem de instâncias para substituir 
a contagem de instâncias antiga.

f. Escolha Aplicar.
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Você não pode alterar o modelo em sua variante de sombra usando o procedimento acima. Se 
quiser alterar o modelo, primeiro remova a variante de sombra selecionando-a e escolhendo
Remover. Em seguida, adicione uma nova variante de sombra.

6. (Opcional) Para editar a duração do teste, faça o seguinte:

a. Escolha a caixa em Duração na seção Programação. É exibido um calendário pop-up.

b. Se o teste ainda não começou, você pode alterar as datas de início e término. Selecione as 
novas datas de início e término no calendário ou insira as novas datas de início e término 
em Data de início e Data de término, respectivamente.

Se o teste já tiver começado, você só poderá alterar a data de término. Insira a nova data 
final em Data final.

c. (Opcional) Se o teste ainda não começou, você pode alterar os horários de início e 
término. Em Hora de início e Hora de término, insira as novas horas de início e término, 
respectivamente, no formato de 24 horas.

Se o teste já tiver começado, você só poderá alterar a hora de término. Insira a nova hora 
de término em Hora de término, no formato de 24 horas.

d. Escolha Aplicar.

7. (Opcional) Ativar ou desativar Ativar captura de dados.

8. Escolha Atualizar teste de sombra.

Conclua um teste de sombra

Seu teste é concluído automaticamente no fim da duração programada, ou você pode interromper 
mais cedo um teste em andamento. Depois que o seu teste for concluído, o status do teste na seção
Testes de sombra na página Testes de sombra será exibido como Concluído. Depois, você pode 
revisar e analisar as métricas finais do seu teste.

Você pode usar o painel de métricas para decidir se deseja promover a variante de sombra para 
produção. Para obter mais informações sobre como analisar o painel de métricas do seu teste, 
consulte Monitore um teste de sombra.

Para obter instruções sobre como concluir seu teste antes do fim do horário de conclusão 
programado, consulte Antecipe a conclusão de um teste de sombra.
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Para obter instruções sobre como promover sua variante de sombra para produção, consulte
Promover uma variante de sombra.

Antecipe a conclusão de um teste de sombra

Um dos motivos pelos quais você pode querer concluir um teste de sombra em andamento é se 
você decidiu que as métricas da sua variante de sombra parecem boas e deseja promovê-las para 
produção. Você também pode decidir concluir o teste se uma ou mais das variantes não tiverem boa 
performance.

Para concluir o seu teste antes da data de término programada, faça o seguinte:

1. Selecione o teste que você deseja marcar como concluído na seção Teste de sombra, na página
Testes de sombra.

2. Na lista suspensa de Ações, escolha Concluído e a caixa de diálogo Teste de sombra concluído
será exibida.

3. Na caixa de diálogo, escolha uma das seguintes opções:

• Sim, implantar variante de sombra

• Não, remover variante de sombra

4. (Opcional) Na caixa de texto Comentário, insira o seu motivo para concluir o teste antes do 
horário de término programado.

5. 1. Se você decidiu implantar a variante de sombra, escolha Concluir e prosseguir com a 
implantação. A página Implantar variante de sombra é exibida. Para obter instruções sobre 
como preencher essa página, consulte Promover uma variante de sombra.

2. Se você decidir remover a variante de sombra, escolha Confirmar.

Promover uma variante de sombra

Se você decidiu que deseja substituir sua variante de produção pela variante de sombra, você 
pode atualizar seu endpoint e promover sua variante de sombra para responder às solicitações de 
inferência. Isso remove da produção a sua variante em produção atual e a substitui pela sua variante 
de sombra.

Se o seu teste de sombra ainda estiver em andamento, você deve primeiro concluir seu teste. 
Para concluir o seu teste de sombra antes do final programado, siga as instruções em Antecipe a 
conclusão de um teste de sombra antes de continuar com esta seção.
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Ao promover uma variante de sombra para produção, você tem as seguintes opções para a 
contagem de instâncias da variante de sombra.

• Você pode reter o tipo e a contagem de instâncias da variante de produção. Se você selecionar 
essa opção, sua variante de sombra será iniciada em produção com a contagem de instância 
atual, garantindo que seu modelo possa continuar processando solicitações de tráfego na mesma 
escala.

• Você pode reter a contagem de instâncias e o tipo da sua variante de sombra. Se você quiser usar 
essa opção, recomendamos que você faça um teste de sombra com 100% de exemplo de tráfego 
para garantir que a variante de sombra possa processar o tráfego de solicitações na escala atual.

• Você pode usar valores personalizados para o tipo e a contagem de instâncias. Se você quiser 
usar essa opção, recomendamos que você faça um teste de sombra com 100% de exemplo de 
tráfego para garantir que a variante de sombra possa processar o tráfego de solicitações na escala 
atual.

A menos que você esteja validando o tipo ou a contagem de instâncias da variante sombra, ou 
ambas, é altamente recomendável que você retenha o tipo e a contagem de instâncias da variante 
de produção ao promover sua variante de sombra.

Para promover a variante de sombra, faça o seguinte:

1. Se seu teste foi concluído, faça o seguinte:

a. Selecione o na seção Teste de sombra na página Testes de sombra.

b. Na lista suspensa de Ações, escolha Visualizar. O painel é exibido.

c. Escolha Implantar variante de sombra na seção Ambiente. A página Implantar variante de 
sombra é exibida.

Se o teste não tiver sido concluído, consulte Antecipe a conclusão de um teste de sombra para 
concluir o teste.

2. Na seção Configurações de variantes, selecione uma das seguintes opções:

• Reter as configurações de produção

• Reter configurações de sombra

• Configurações de instância personalizadas
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Se você selecionou Configurações de instância Custom, faça o seguinte:

a. Selecione o tipo de instância na lista suspensa do Tipo de instância.

b. Em Contagem de instâncias, digite o número de instâncias.

3. Na caixa de texto Inserir 'implantar' para confirmar a implantação, insira deploy.

4. Escolha Implantar variante de sombra.

Seu endpoint de Inferência do SageMaker agora está usando a variante de sombra como sua 
variante de produção, e sua variante de produção foi removida do endpoint.

Melhores práticas

Ao criar um experimento de inferência, lembre-se das seguintes informações:

• Porcentagem de amostragem de tráfego: a amostragem de 100 por cento das solicitações de 
inferência permite validar se sua variante paralela pode lidar com o tráfego de produção quando 
promovida. Você pode começar com uma porcentagem menor de amostragem de tráfego e discar 
à medida que ganha confiança em sua variante, mas é uma prática recomendada garantir que 
você tenha aumentado o tráfego para 100% antes da promoção.

• Tipo de instância: a menos que você esteja usando variantes de sombra para avaliar tipos ou 
tamanhos de instância alternativos, recomendamos que você use o mesmo tipo, tamanho e 
contagem de instâncias para ter certeza de que sua variante sombra pode lidar com o volume de 
solicitações de inferência depois de promovê-la.

• Ajuste de escala automático: para garantir que sua variante de sombra possa responder a 
picos no número de solicitações de inferência ou mudanças nos padrões de solicitações de 
inferência, é altamente recomendável que você configure o ajuste de escala automático em suas 
variantes de sombra. Para saber como configurar upgrades automáticos, consulte Dimensione 
automaticamente os SageMaker modelos da Amazon. Se você configurou o escalonamento 
automático, também pode validar as alterações nas políticas de escalonamento automático sem 
causar impacto aos usuários.

• Monitoramento de métricas: depois de iniciar um experimento paralelo e ter invocações suficientes, 
monitore o painel de métricas para garantir que as métricas, como latência e taxa de erro, estejam 
dentro dos limites aceitáveis. Isso ajuda você a detectar configurações incorretas mais cedo e 
a tomar medidas corretivas. Para obter informações sobre como monitorar as métricas de um 
experimento de inferência em andamento, consulte Visualize, monitore e edite testes de sombra.
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Exclusions

No momento, existem exclusões baseadas em atributos que tornam seu endpoint incompatível com 
testes de validação por comparação. Se seu endpoint usa algum dos seguintes atributos, você não 
pode usar testes de validação por comparação em seu endpoint, e sua solicitação para configurar 
testes de sombra levará a erros de validação.

• Inferência sem servidor

• Inferência assíncrona

• Marketplace de contêineres

• Endpoints de vários contêineres

• Endpoints multimodelo

• Endpoints que usam instâncias Inf1 (baseadas em inferência)

• Endpoints do Amazon Elastic Inference

Acesso a contêineres por meio do SSM

A Amazon SageMaker permite que você se conecte com segurança aos contêineres do Docker 
nos quais seus modelos são implantados para inferência usando o Systems AWS Manager (SSM). 
Isso lhe dá acesso em nível de shell ao contêiner para que você possa depurar os processos em 
execução no contêiner e registrar comandos e respostas com a Amazon CloudWatch. Você também 
pode configurar uma conexão AWS PrivateLink com as instâncias de ML que hospedam seus 
contêineres para acessar os contêineres via SSM de forma privada.

Warning

Habilitar o acesso SSM pode afetar a performance do seu endpoint. Recomendamos usar 
esse recurso com seus endpoints de teste ou desenvolvimento e não com os endpoints 
em produção. Além disso, aplica SageMaker automaticamente os patches de segurança 
e substitui ou encerra instâncias de endpoint com defeito em 10 minutos. No entanto, para 
endpoints com variantes de produção habilitadas para SSM, SageMaker atrasa a aplicação 
de patches de segurança e a substituição ou encerramento de instâncias de endpoint com 
defeito em um dia, para permitir a depuração.

As seções a seguir detalham como você pode usar esse recurso.
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Lista de permissões

Você precisa entrar em contato com o suporte ao cliente e obter sua conta na lista de permissões 
para usar esse recurso. Você não pode criar um endpoint com o acesso SSM habilitado, se sua 
conta não estiver na lista de permissões listadas para esse acesso.

Habilitar acesso ao SSM

Para habilitar o acesso SSM a um contêiner existente em um endpoint, atualize o endpoint com 
uma nova configuração de endpoint, com o parâmetro EnableSSMAccess definido como true. O 
exemplo a seguir fornece um exemplo de configuração de endpoint.

{ 
    "EndpointConfigName": "endpoint-config-name", 
    "ProductionVariants": [ 
        { 
            "InitialInstanceCount": 1, 
            "InitialVariantWeight": 1.0, 
            "InstanceType": "ml.t2.medium", 
            "ModelName": model-name, 
            "VariantName": variant-name, 
            "EnableSSMAccess": true, 
        }, 
    ]
} 
         

Para obter mais informações sobre como habilitar acesso ao SSM, consulte EnableSSMAccess.

Configuração do IAM

Permissões do IAM do endpoint

Se você habilitou o acesso SSM para uma instância de endpoint, SageMaker inicia e gerencia 
o agente SSM quando ele inicia a instância de endpoint. Para permitir que o agente SSM se 
comunique com os serviços do SSM, adicione a política a seguir ao perfil de execução sob a qual o 
endpoint é executado.

{ 
    "Version": "2012-10-17",             
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    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssmmessages:CreateControlChannel", 
                "ssmmessages:CreateDataChannel", 
                "ssmmessages:OpenControlChannel", 
                "ssmmessages:OpenDataChannel" 
            ], 
            "Resource": "*"     
        } 
    ] 
 } 
             

Permissões do IAM para usuários

Adicione a política a seguir para dar a um usuário do IAM permissões de sessão SSM para se 
conectar a um destino SSM.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
                "ssm:TerminateSession" 
            ], 
            "Resource": "*"     
        } 
    ]
} 
             

Você pode restringir os endpoints aos quais um usuário do IAM pode se conectar usando a política a 
seguir. Substitua o texto de espaço reservado em itálico por suas próprias informações.

{ 
    "Version": "2012-10-17",             
    "Statement": [ 
        { 
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            "Effect": "Allow", 
            "Action": [ 
                "ssm:StartSession", 
            ], 
            "Resource": [ 
                "sagemaker-endpoint-arn" 
            ]     
        } 
    ]
} 

             

Acesso ao SSM com AWS PrivateLink

Se seus endpoints são executados em uma nuvem privada virtual (VPC) que não está conectada 
à Internet pública, você pode usar AWS PrivateLink para habilitar o SSM. O AWS PrivateLink limita 
todo o tráfego de rede entre as instâncias de endpoint, o SSM, o Amazon EC2 e a rede da Amazon. 
Para obter mais informações sobre como configurar o acesso ao SSM com AWS PrivateLink, 
consulte Configurar uma VPC endpoint para o Gerenciador de Sessões.

Registro com Amazon CloudWatch Logs

Para endpoints habilitados para acesso SSM, você pode registrar erros do agente SSM com 
o Amazon Logs. CloudWatch Para obter mais informações sobre como registrar erros com o 
CloudWatch Logs, consulte Registrar a atividade da sessão. O log está disponível no streaming 
de logs do SSM, variant-name/ec2-instance-id/ssm, no grupo de logs do endpoint /aws/
sagemaker/endpoints/endpoint-name. Para obter mais informações sobre como visualizar o 
registro, consulte Exibir dados de registro enviados para o CloudWatch Logs.

As variantes de produção por trás do seu endpoint podem ter vários modelos de contêineres. O log 
de cada contêiner modelo é registrado no streaming de logs. Cada log é precedido por [sagemaker 
ssm logs][container-name], onde container-name é o nome que você deu ao contêiner ou 
o nome padrão, como container_0 e container_1.

Acesso a contêineres de modelos

Para acessar um contêiner de modelo em sua instância de endpoint, você precisa da ID de destino. 
A ID do destino está em um dos seguintes formatos:
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• sagemaker-endpoint:endpoint-name_variant-name_ec2-instance-id para 
contêineres em endpoints de contêiner único

• sagemaker-endpoint:endpoint-name_variant-name_ec2-instance-id_container-
name para contêineres em endpoints de contêineres múltiplos

O exemplo a seguir mostra como usar o AWS CLI para acessar um contêiner de modelo utilizando a 
ID de referência dele.

aws ssm start-session --target sagemaker-endpoint:prod-image-
classifier_variant1_i-003a121c1b21a90a9_container_1 
         

Se você habilitar logs, como mencionado em Registro com Amazon CloudWatch Logs, poderá 
encontrar as IDs de destino de todos os contêineres listados no início do streaming de logs do SSM.

Note

• Você não pode se conectar a contêineres do algoritmo 1P ou contêineres de modelos 
obtidos SageMaker MarketPlace com o SSM. No entanto, você pode se conectar a 
contêineres de aprendizado profundo (DLCs) fornecidos por AWS ou a qualquer contêiner 
personalizado que você possua.

• Se você ativou o isolamento de rede para um contêiner modelo que o impede de fazer 
chamadas de rede de saída, não será possível iniciar uma sessão de SSM para esse 
contêiner.

• Você só pode acessar um contêiner de uma sessão de SSM. Para acessar outro contêiner, 
mesmo que ele esteja atrás do mesmo endpoint, inicie uma nova sessão de SSM com a ID 
de destino desse endpoint.

Implante modelos com servidores modelo

O conteúdo a seguir mostra como implantar seus modelos SageMaker usando servidores de 
modelos populares, como TorchServe o Triton.
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Implemente modelos com TorchServe

TorchServe é o servidor modelo recomendado para PyTorch, pré-instalado no AWS PyTorch 
Deep Learning Container (DLC). Essa ferramenta poderosa oferece aos clientes uma experiência 
consistente e fácil de usar, oferecendo alto desempenho na implantação de vários PyTorch modelos 
em várias AWS instâncias, incluindo CPU, GPU, Neuron e Graviton, independentemente do tamanho 
ou da distribuição do modelo.

TorchServe suporta uma ampla variedade de recursos avançados, incluindo lotes dinâmicos, 
microlotes, testes de modelo A/B, streaming, torch XLA, TensorRT, ONNX e IPEX. Além disso, ele 
integra perfeitamente a solução de modelos grandes PyTorch da PiPPy, permitindo o manuseio 
eficiente de modelos grandes. Além disso, TorchServe estende seu suporte a bibliotecas populares 
de código aberto DeepSpeed, como Accelerate, Fast Transformers e muito mais, expandindo 
ainda mais seus recursos. Com TorchServe, AWS os usuários podem implantar e servir seus 
PyTorch modelos com confiança, aproveitando sua versatilidade e desempenho otimizado em várias 
configurações de hardware e tipos de modelos. Para obter informações mais detalhadas, você pode 
consultar a PyTorchdocumentação e assim TorchServe por diante GitHub.

A tabela a seguir lista os AWS PyTorch DLCs suportados pelo TorchServe.

Tipo de instância SageMaker PyTorch Link do DLC

CPU e GPU SageMaker PyTorch contêineres

Neuron PyTorch Recipientes de neurônios

Graviton SageMaker PyTorch Recipientes Graviton

As seções a seguir descrevem a configuração para criar e testar PyTorch DLCs na Amazon 
SageMaker.

Conceitos básicos

Para começar, verifique se você tem os seguintes pré-requisitos:

1. Verifique se você tem acesso a uma conta da AWS. Configure seu ambiente para que a AWS 
CLI possa acessar sua conta por meio de um usuário do IAM da AWS ou de um perfil do IAM. 
Recomendamos usar uma função do IAM. Para fins de teste em sua conta pessoal, você pode 
anexar as seguintes políticas de permissões gerenciadas à função do IAM:
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• Amazon EC2 ContainerRegistryFullAccess

• Amazon EC2 FullAccess

• AWSServiceRoleForAmazonGrupo Eksnode

• AmazonSageMakerFullAccess

• Amazon S3 FullAccess

2. Configure localmente suas dependências, conforme mostrado no exemplo a seguir:

from datetime import datetime 
    import os 
    import json 
    import logging 
    import time 
     
    # External Dependencies: 
    import boto3 
    from botocore.exceptions import ClientError 
    import sagemaker 
     
    sess = boto3.Session() 
    sm = sess.client("sagemaker") 
    region = sess.region_name 
    account = boto3.client("sts").get_caller_identity().get("Account") 
     
    smsess = sagemaker.Session(boto_session=sess) 
    role = sagemaker.get_execution_role() 
     
    # Configuration: 
    bucket_name = smsess.default_bucket() 
    prefix = "torchserve" 
    output_path = f"s3://{bucket_name}/{prefix}/models" 
    print(f"account={account}, region={region}, role={role}")

3. Recupere a imagem do PyTorch DLC, conforme mostrado no exemplo a seguir.

SageMaker PyTorch As imagens DLC estão disponíveis em todas as AWS regiões. Para obter 
mais informações, consulte a lista de imagens de contêineres do DLC.

baseimage = sagemaker.image_uris.retrieve( 
        framework="pytorch", 
        region="<region>", 
        py_version="py310", 
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        image_scope="inference", 
        version="2.0.1", 
        instance_type="ml.g4dn.16xlarge", 
    )

4. Crie um espaço de trabalho local.

mkdir -p workspace/

Adição de um pacote

As seções a seguir descrevem como adicionar e pré-instalar pacotes em sua imagem de PyTorch 
DLC.

Casos de uso do BYOC

As etapas a seguir descrevem como adicionar um pacote à sua imagem de PyTorch DLC. Para 
obter mais informações sobre como personalizar seu contêiner, consulte Criação de imagens 
personalizadas dos contêineres de aprendizado profundo da AWS.

1. Suponha que você queira adicionar um pacote à imagem docker do PyTorch DLC. Crie um 
Dockerfile no diretório docker, conforme mostrado no exemplo a seguir:

mkdir -p workspace/docker 
    cat workspace/docker/Dockerfile 
     
    ARG BASE_IMAGE 
     
    FROM $BASE_IMAGE 
     
    #Install any additional libraries 
    RUN pip install transformers==4.28.1

2. Crie e publique a imagem do docker personalizada usando o script  build_and_push.sh a seguir.

# Download script build_and_push.sh to workspace/docker 
    ls workspace/docker 
    build_and_push.sh  Dockerfile 
     
    # Build and publish your docker image 
    reponame = "torchserve" 
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    versiontag = "demo-0.1" 
     
    ./build_and_push.sh {reponame} {versiontag} {baseimage} {region} {account}

SageMaker casos de uso de pré-instalação

O exemplo a seguir mostra como pré-instalar um pacote em seu contêiner de PyTorch DLC. Você 
deve criar um arquivo requirements.txt localmente no diretório workspace/code.

mkdir -p workspace/code 
    cat workspace/code/requirements.txt 
     
    transformers==4.28.1 
     

Crie artefatos de TorchServe modelo

No exemplo a seguir, usamos o  modelo MNIST pré-treinado. Criamos um diretórioworkspace/
mnist, implementamos o mnist_handler.py seguindo as instruções de serviço TorchServe 
personalizadas e configuramos os parâmetros do modelo (como tamanho do lote e trabalhadores) 
em model-config.yaml. Em seguida, usamos a TorchServe ferramenta torch-model-archiver
para criar os artefatos do modelo e fazer o upload para o Amazon S3.

1. Configure os parâmetros do modelo em model-config.yaml.

ls -al workspace/mnist-dev 
     
    mnist.py 
    mnist_handler.py 
    mnist_cnn.pt 
    model-config.yaml 
     
    # config the model 
    cat workspace/mnist-dev/model-config.yaml 
    minWorkers: 1 
    maxWorkers: 1 
    batchSize: 4 
    maxBatchDelay: 200 
    responseTimeout: 300

2. Crie os artefatos do modelo usando o. torch-model-archiver
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torch-model-archiver --model-name mnist --version 1.0 --model-file workspace/
mnist-dev/mnist.py --serialized-file workspace/mnist-dev/mnist_cnn.pt --handler 
 workspace/mnist-dev/mnist_handler.py --config-file workspace/mnist-dev/model-
config.yaml --archive-format tgz

Se quiser pré-instalar um pacote, você deve incluir o diretório code no arquivo tar.gz.

cd workspace 
    torch-model-archiver --model-name mnist --version 1.0 --model-file mnist-
dev/mnist.py --serialized-file mnist-dev/mnist_cnn.pt --handler mnist-dev/
mnist_handler.py --config-file mnist-dev/model-config.yaml --archive-format no-
archive 
     
    cd mnist 
    mv ../code . 
    tar cvzf mnist.tar.gz .

3. Carregue mnist.tar.gz no Amazon S3.

# upload mnist.tar.gz to S3 
    output_path = f"s3://{bucket_name}/{prefix}/models" 
    aws s3 cp mnist.tar.gz {output_path}/mnist.tar.gz

Usando endpoints de modelo único para implantar com TorchServe

O exemplo a seguir mostra como criar um único modelo de endpoint de inferência em tempo real, 
implantar o modelo no endpoint e testar o endpoint usando o Amazon Python SDK. SageMaker

from sagemaker.model import Model 
    from sagemaker.predictor import Predictor 
     
    # create the single model endpoint and deploy it on SageMaker 
    model = Model(model_data = f'{output_path}/mnist.tar.gz',  
                  image_uri = baseimage, 
                  role = role, 
                  predictor_cls = Predictor, 
                  name = "mnist", 
                  sagemaker_session = smsess) 
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    endpoint_name = 'torchserve-endpoint-' + time.strftime("%Y-%m-%d-%H-%M-%S", 
 time.gmtime()) 
    predictor = model.deploy(instance_type='ml.g4dn.xlarge', 
                             initial_instance_count=1, 
                             endpoint_name = endpoint_name, 
                             serializer=JSONSerializer(), 
                             deserializer=JSONDeserializer())   
                              
    # test the endpoint 
    import random 
    import numpy as np 
    dummy_data = {"inputs": np.random.rand(16, 1, 28, 28).tolist()} 
     
    res = predictor.predict(dummy_data)   

Usando endpoints de vários modelos para implantar com TorchServe

Os endpoints multimodelo são uma solução escalável e econômica para a hospedagem de 
um grande número de modelos atrás de um endpoint. Eles melhoram a utilização do endpoint 
compartilhando a mesma frota de recursos e contêiner de serviço para hospedar todos os seus 
modelos. Eles também reduzem a sobrecarga de implantação porque SageMaker gerenciam 
dinamicamente o carregamento e o descarregamento de modelos, além de escalar os recursos com 
base nos padrões de tráfego. Os endpoints multimodelo são particularmente úteis para modelos de 
aprendizado profundo e IA generativa que exigem poder computacional acelerado.

Ao usar TorchServe em endpoints de SageMaker vários modelos, você pode acelerar seu 
desenvolvimento usando uma pilha de serviços com a qual está familiarizado e, ao mesmo tempo, 
aproveitando o compartilhamento de recursos e o gerenciamento simplificado de modelos que 
SageMaker os endpoints multimodelo fornecem.

O exemplo a seguir mostra como criar um endpoint multimodelo, implantar o modelo no endpoint 
e testar o endpoint usando o SDK do Amazon Python. SageMaker  Detalhes adicionais podem ser 
encontrados neste exemplo de caderno.

from sagemaker.multidatamodel import MultiDataModel 
    from sagemaker.model import Model 
    from sagemaker.predictor import Predictor 
     
    # create the single model endpoint and deploy it on SageMaker 
    model = Model(model_data = f'{output_path}/mnist.tar.gz',  
                  image_uri = baseimage, 
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                  role = role, 
                  sagemaker_session = smsess) 
                   
    endpoint_name = 'torchserve-endpoint-' + time.strftime("%Y-%m-%d-%H-%M-%S", 
 time.gmtime()) 
    mme = MultiDataModel( 
        name = endpoint_name, 
        model_data_prefix = output_path, 
        model = model, 
        sagemaker_session = smsess) 
     
    mme.deploy( 
        initial_instance_count = 1, 
        instance_type = "ml.g4dn.xlarge", 
        serializer=sagemaker.serializers.JSONSerializer(), 
        deserializer=sagemaker.deserializers.JSONDeserializer()) 
     
    # list models 
    list(mme.list_models()) 
     
    # create mnist v2 model artifacts 
    cp mnist.tar.gz mnistv2.tar.gz 
     
    # add mnistv2 
    mme.add_model(mnistv2.tar.gz) 
     
    # list models 
    list(mme.list_models()) 
     
    predictor = Predictor(endpoint_name=mme.endpoint_name, sagemaker_session=smsess) 
                              
    # test the endpoint 
    import random 
    import numpy as np 
    dummy_data = {"inputs": np.random.rand(16, 1, 28, 28).tolist()} 
     
    res = predictor.predict(date=dummy_data, target_model="mnist.tar.gz")

Indicadores

TorchServe suporta métricas no nível do sistema e no nível do modelo. Você pode ativar métricas 
no modo de formato de log ou no modo do Prometheus por meio da variável de ambiente
TS_METRICS_MODE. Você pode usar o arquivo TorchServe central de configuração de métricas
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metrics.yaml para especificar os tipos de métricas a serem rastreadas, como contagem de 
solicitações, latência, uso de memória, utilização de GPU e muito mais. Ao consultar esse arquivo, 
você pode obter informações sobre o desempenho e a integridade dos modelos implantados 
e monitorar com eficácia o comportamento do TorchServe servidor em tempo real. Para obter 
informações mais detalhadas, consulte a documentação de TorchServe métricas.

Você pode acessar registros de TorchServe métricas semelhantes ao formato StatsD por meio do 
filtro de CloudWatch registros da Amazon. Veja a seguir um exemplo de um registro de TorchServe 
métricas:

CPUUtilization.Percent:0.0|#Level:Host|#hostname:my_machine_name,timestamp:1682098185 
    DiskAvailable.Gigabytes:318.0416717529297|#Level:Host|
#hostname:my_machine_name,timestamp:1682098185

Implante modelos com o DJL Serving

O DJL Serving é uma solução de serviço de modelo autônoma universal de alto desempenho. Ele 
usa um modelo de aprendizado profundo, vários modelos ou fluxos de trabalho e os disponibiliza por 
meio de um endpoint HTTP.

Você pode usar um dos contêineres de aprendizado profundo (DLCs) do DJL Serving para servir 
seus modelos na AWS. Para saber mais sobre os tipos de modelos e estruturas compatíveis, 
consulte o repositório DJL Serving GitHub.

O DJL Serving oferece muitos atributos que ajudam você a implantar seus modelos com alto 
desempenho:

• Facilidade de uso — O DJL Serving pode atender a maioria dos modelos sem nenhuma 
modificação. Você traz seus artefatos de modelo, e o DJL Serving pode hospedá-los.

• Suporte a vários dispositivos e aceleradores — O DJL Serving oferece suporte à implantação de 
modelos em CPUs, GPUs e ao AWS Inferentia.

• Desempenho — O DJL Serving executa inferência com muitos threads em uma única máquina 
virtual Java (JVM) para aumentar o throughput.

• Lotes dinâmicos — O DJL Serving oferece suporte a lotes dinâmicos para aumentar o throughput.

• Ajuste de escala automático — O DJL Serving escala automaticamente os operadores com base 
na carga de tráfego.

• Suporte a vários mecanismos — o DJL Serving pode hospedar modelos simultaneamente usando 
estruturas diferentes (por exemplo, PyTorch e). TensorFlow
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• Modelos de conjunto e fluxo de trabalho — O DJL Serving oferece suporte para a implantação 
de fluxos de trabalho complexos compostos por vários modelos e pode executar partes do fluxo 
de trabalho em CPUs e outras partes em GPUs. Os modelos em um fluxo de trabalho podem 
aproveitar frameworks diferentes.

As seções a seguir descrevem como configurar um endpoint com o DJL Serving on. SageMaker

Conceitos básicos

Para começar, verifique se você tem os seguintes pré-requisitos:

1. Verifique se você tem acesso a uma conta da AWS. Configure seu ambiente para que a AWS 
CLI possa acessar sua conta por meio de um usuário do IAM da AWS ou de um perfil do IAM. 
Recomendamos usar uma função do IAM. Para fins de teste em sua conta pessoal, você pode 
anexar as seguintes políticas de permissões gerenciadas à função do IAM:

• Amazon EC2 ContainerRegistryFullAccess

• Amazon EC2 FullAccess

• AmazonSageMakerFullAccess

• Amazon S3 FullAccess

2. Verifique se o cliente docker está configurado em seu sistema.

3. Faça login no Amazon Elastic Container Registry e defina as seguintes variáveis de ambiente:

export ACCOUNT_ID=<your_account_id>
export REGION=<your_region>
aws ecr get-login-password --region $REGION | docker login --username AWS --password-
stdin $ACCOUNT_ID.dkr.ecr.$REGION.amazonaws.com

4. Extraia a imagem do docker.

docker pull 763104351884.dkr.ecr.us-west-2.amazonaws.com/djl-inference:0.22.1-
deepspeed0.9.2-cu118

Para ver todas as imagens de contêiner disponíveis do DJL Serving, consulte os contêineres 
de inferência de modelos grandes e os contêineres de inferência de CPU do DJL Serving. Ao 
escolher uma imagem das tabelas nos links anteriores, substitua a região da AWS na coluna URL 
de exemplo pela região em que você está. Os DLCs estão disponíveis nas regiões listadas na 
tabela na parte superior da página Imagens de contêineres de aprendizado profundo disponíveis.
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Personalize seu contêiner

Você pode adicionar pacotes às imagens base do DLC para personalizar seu contêiner. Suponha 
que você queira adicionar um pacote à imagem do docker 763104351884.dkr.ecr.us-
west-2.amazonaws.com/djl-inference:0.22.1-deepspeed0.9.2-cu118. Você deve 
criar um dockerfile com a imagem desejada como imagem base, adicionar os pacotes necessários e 
enviar a imagem para o Amazon ECR.

Para adicionar um pacote, conclua as etapas a seguir:

1. Especifique as instruções para executar as bibliotecas ou pacotes desejados no dockerfile da 
imagem base.

FROM 763104351884.dkr.ecr.us-west-2.amazonaws.com/djl-inference:0.22.1-
deepspeed0.9.2-cu118 
                         
## add custom packages/libraries
RUN git clone https://github.com/awslabs/amazon-sagemaker-examples

2. Crie a imagem do Docker do seu dockerfile. Especifique seu repositório do Amazon ECR, o 
nome da imagem base e uma tag para a imagem. Se você não tiver um repositório do Amazon 
ECR, consulte  Uso do Amazon ECR com a AWS CLI no Guia do usuário do Amazon ECR para 
obter instruções sobre como criar um.

docker build -f Dockerfile -t <registry>/<image_name>:<image_tag>

3. Envie a imagem do Docker para o seu repositório do Amazon ECR.

docker push $ACCOUNT_ID.dkr.ecr.$REGION.amazonaws.com/<image_name>:<image_tag>

Agora você deve ter uma imagem de contêiner personalizada para poder usar para o serviço de 
modelo. Para obter mais informações sobre como personalizar seu contêiner, consulte Criação de 
imagens personalizadas dos contêineres de aprendizado profundo da AWS.

Prepare seus artefatos do modelo

Antes de implantar seu modelo SageMaker, você deve empacotar os artefatos do modelo em um
.tar.gz arquivo. O DJL Serving aceita os seguintes artefatos em seu arquivo:

• Ponto de verificação do modelo: Arquivos que armazenam os pesos do modelo.
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• serving.properties: Um arquivo de configuração que você pode adicionar para cada modelo. 
Coloque serving.properties no mesmo diretório do seu arquivo do modelo.

• model.py: O código do manipulador de inferência. Isso só é aplicável ao usar o modo Python. Se 
você não especificar model.py, djl-serving usará um dos manipuladores padrão.

Veja a seguir um exemplo de uma estrutura de model.tar.gz:

 - model_root_dir # root directory 
    - serving.properties             
    - model.py # your custom handler file for Python, if you choose not to use the 
 default handlers provided by DJL Serving 
    - model binary files # used for Java mode, or if you don't want to use 
 option.model_id and option.s3_url for Python mode

O DJL Serving oferece suporte a mecanismos do Java baseados em mecanismos do DJL ou Python. 
Nem todos os artefatos anteriores são necessários; os artefatos necessários variam de acordo com 
o modo escolhido. Por exemplo, no modo Python, você só precisa especificar option.model_id
no arquivo serving.properties; você não precisa especificar o ponto de verificação do modelo 
dentro dos contêineres para LMI. No modo Java, é necessário empacotar o ponto de verificação 
do modelo. Para obter mais detalhes sobre como configurar serving.properties e operar com 
mecanismos diferentes, consulte Modos de operação do DJL Serving.

Use endpoints de modelo único para implantar com o DJL Serving

Depois de preparar os artefatos do modelo, você pode implantar seu modelo em um SageMaker 
endpoint. Esta seção descreve como implantar um modelo único em um endpoint com o DJL 
Serving. Se você estiver implantando vários modelos, pule esta seção e acesse Use endpoints 
multimodelo para implantar com o DJL Serving.

O exemplo a seguir mostra um método para criar um objeto de modelo usando o SDK do Amazon 
SageMaker Python. Você precisará especificar os seguintes campos:

• image_uri: Você pode recuperar uma das imagens base do DJL Serving, conforme mostrado 
neste exemplo, ou pode especificar uma imagem do Docker personalizada do seu repositório 
Amazon ECR, se tiver seguido as instruções em Personalize seu contêiner.

• model_s3_url: Isso deve ser um URI do Amazon S3 que aponta para seu arquivo .tar.gz.

• model_name: Especifique um nome para o objeto do modelo.
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import boto3 
 import sagemaker
from sagemaker.model import Model
from sagemaker import image_uris, get_execution_role

aws_region = "aws-region"
sagemaker_session = 
 sagemaker.Session(boto_session=boto3.Session(region_name=aws_region))
role = get_execution_role()

def create_model(model_name, model_s3_url): 
    # Get the DJL DeepSpeed image uri 
    image_uri = image_uris.retrieve( 
        framework="djl-deepspeed", 
        region=sagemaker_session.boto_session.region_name, 
        version="0.20.0" 
    ) 
    model = Model( 
        image_uri=image_uri, 
        model_data=model_s3_url, 
        role=role, 
        name=model_name, 
        sagemaker_session=sagemaker_session, 
    ) 
    return model

Depois de criar o objeto do modelo, você pode implantar o modelo em um endpoint e fazer 
previsões. Para ver um end-to-end exemplo de como realizar essas etapas, consulte o 
tutorialInferência de modelo grande com DeepSpeed DJL Serving.

Use endpoints multimodelo para implantar com o DJL Serving

Se você quiser implantar vários modelos em um endpoint, SageMaker oferece endpoints 
multimodelo, que são uma solução escalável e econômica para a implantação de um grande número 
de modelos. O DJL Serving também oferece suporte para o carregamento de vários modelos 
simultaneamente e a execução de inferência em cada um dos modelos simultaneamente. Os 
contêineres do DJL Serving aderem aos contratos de endpoints SageMaker multimodelo e podem 
ser usados para implantar endpoints multimodelo.

Cada artefato de modelo individual precisa ser empacotado da mesma forma descrita na seção 
anterior Prepare seus artefatos do modelo. Você pode definir as configurações específicas do 
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modelo no arquivo serving.properties e o código do manipulador de inferência específico do 
modelo em model.py. Para um endpoint multimodelo, os modelos precisam ser organizados da 
seguinte maneira:

 root_dir 
        |-- model_1.tar.gz 
        |-- model_2.tar.gz 
        |-- model_3.tar.gz 
            . 
            . 
            . 

O Amazon SageMaker Python SDK usa o MultiDataModelobjeto para instanciar um endpoint 
multimodelo. O URI do Amazon S3 para o diretório raiz deve ser passado como o argumento
model_data_prefix para o construtor MultiDataModel.

O DJL Serving também fornece vários parâmetros de configuração para gerenciar os requisitos 
de memória do modelo, como required_memory_mb e reserved_memory_mb, que podem ser 
configurados para cada modelo no arquivo serving.properties. Esses parâmetros são úteis para 
lidar com erros de falta de memória com mais facilidade. Para todos os parâmetros configuráveis, 
consulte OutofMemory manipulação em djl-serving.

O atributo de ajuste de escala automático do DJL Serving facilita a garantia de que os modelos 
sejam escalados adequadamente para o tráfego de entrada. Por padrão, o DJL Serving determina 
o número máximo de operadores para um modelo que pode ser suportado com base no hardware 
disponível (como núcleos de CPU ou dispositivos de GPU). Você pode definir limites inferiores 
e superiores para cada modelo para garantir que um nível mínimo de tráfego sempre possa ser 
atendido, e que um único modelo não consuma todos os recursos disponíveis. Você pode definir as 
seguintes propriedades no arquivo serving.properties:

• gpu.minWorkers: Número mínimo de operadores para GPUs.

• gpu.maxWorkers: Número máximo de operadores para GPUs.

• cpu.minWorkers: Número mínimo de operadores para CPUs.

• cpu.maxWorkers: Número máximo de operadores para CPUs.

Para ver um end-to-end exemplo de como implantar um endpoint multimodelo SageMaker usando 
um contêiner DJL Serving, consulte o exemplo de notebook Multi-Model-Inference-Demo.ipynb.
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Implante modelos com o servidor de inferência Triton

O servidor de inferência Triton é um software de serviço de inferência de código aberto que simplifica 
a inferência de IA. Com o Triton, você pode implantar qualquer modelo criado com várias estruturas 
de aprendizado profundo e de aprendizado de máquina, incluindo TensorRT,,, PyTorch ONNX, 
OpenVINO TensorFlow, Python, RAPIDS FIL e muito mais.

Os contêineres SageMaker Triton ajudam você a implantar o Triton Inference Server na plataforma 
de SageMaker hospedagem para atender modelos treinados em produção. Ele suporta os diferentes 
modos em que SageMaker opera. Para obter uma lista dos contêineres do Triton Inference Server 
disponíveis em SageMaker, consulte Contêineres de inferência NVIDIA Triton (somente suporte para 
SM).

Para exemplos de end-to-end notebooks, recomendamos dar uma olhada no amazon-sagemaker-
examples repositório.

Modos de hospedagem

Os seguintes modos de SageMaker hospedagem são compatíveis com os contêineres Triton:

• Endpoints de modelo único

• Esse é SageMaker o modo de operação padrão. Nesse modo, o contêiner do Triton pode 
carregar um modelo único ou um modelo único de conjunto.

• O nome do modelo deve ser passado como uma propriedade do ambiente do contêiner, que faz 
parte da chamada da CreateModel SageMaker API. A variável de ambiente usada para passar 
o nome do modelo é SAGEMAKER_TRITON_DEFAULT_MODEL_NAME.

• Endpoints de modelo único com conjunto

• O servidor de inferência Triton é compatível com um conjunto, que é um pipeline ou um DAG 
(gráfico acíclico direcionado) de modelos. Embora um conjunto seja tecnicamente composto por 
vários modelos, no modo de ponto final de modelo único padrão, é SageMaker possível tratar 
o conjunto adequado (o metamodelo que representa o pipeline) como o modelo principal a ser 
carregado e, posteriormente, carregar os modelos associados.

• O nome do modelo do conjunto propriamente dito deve ser usado para carregar o modelo. Ele 
deve ser passado como uma propriedade do ambiente do contêiner, que faz parte da chamada 
da CreateModel SageMaker API. A variável de ambiente usada para passar o nome do 
modelo é SAGEMAKER_TRITON_DEFAULT_MODEL_NAME.

• Endpoints multimodelo

Implante modelos com o servidor de inferência Triton 4612

https://github.com/triton-inference-server/server
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#nvidia-triton-inference-containers-sm-support-only
https://github.com/aws/deep-learning-containers/blob/master/available_images.md#nvidia-triton-inference-containers-sm-support-only
https://github.com/aws/amazon-sagemaker-examples/tree/main/sagemaker-triton
https://github.com/aws/amazon-sagemaker-examples/tree/main/sagemaker-triton


Amazon SageMaker Guia do Desenvolvedor

• Nesse modo, SageMaker pode servir vários modelos em um único endpoint. Você pode 
usar esse modo especificando a variável de ambiente ‘MultiModel’: true como uma 
propriedade do ambiente do contêiner, que faz parte da chamada da CreateModel SageMaker 
API.

• Por padrão, nenhum modelo é carregado quando a instância é iniciada. Para executar uma 
solicitação de inferência em um modelo específico, especifique o *.tar.gz arquivo do modelo 
correspondente como um argumento para a TargetModel propriedade da chamada da
InvokeEndpoint SageMaker API.

• Endpoints multimodelo com conjunto

• Nesse modo, SageMaker funciona conforme descrito para endpoints de vários modelos. No 
entanto, o contêiner SageMaker Triton pode carregar vários modelos de conjunto, o que significa 
que vários pipelines de modelos podem ser executados na mesma instância. SageMaker 
trata cada conjunto como um modelo, e o conjunto próprio de cada modelo pode ser invocado 
especificando o arquivo correspondente como o. *.tar.gz TargetModel

• Para um melhor gerenciamento de memória durante a memória dinâmica LOAD e UNLOAD, 
recomendamos que você mantenha o tamanho do conjunto pequeno.

Tipos de carga útil de inferência

O Triton oferece suporte a dois métodos de envio de uma carga útil de inferência pela rede — json
e binary+json (ou json codificado em binário). A carga útil JSON em ambos os casos inclui o tipo 
de dados, a forma e o tensor real da solicitação de inferência. O tensor da solicitação deve ser um 
tensor binário.

Com o formato binary+json, você deve especificar o tamanho dos metadados da solicitação 
no cabeçalho para permitir que o Triton analise corretamente a carga útil binária. No contêiner 
SageMaker Triton, isso é feito usando um Content-Type cabeçalho personalizado:application/
vnd.sagemaker-triton.binary+json;json-header-size={}. Isso é diferente de usar o
Inference-Header-Content-Length cabeçalho em um servidor de inferência Triton autônomo 
porque cabeçalhos personalizados não são permitidos. SageMaker

Uso de config.pbtxt para definir a configuração do modelo

Para servidores de inferência Triton on SageMaker, cada modelo deve incluir um config.pbtxt
arquivo que especifique, no mínimo, as seguintes configurações para o modelo:
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• name: Embora isso seja opcional para modelos executados fora do SageMaker, recomendamos 
que você sempre forneça um nome para os modelos a serem executados no Triton on SageMaker.

• platform e/ou backend: Configurar um back-end é essencial para especificar o tipo do 
modelo. Alguns back-ends têm classificação adicional, como tensorflow_savedmodel
ou  tensorflow_graphdef. Essas opções podem ser especificadas como parte da chave
platform, além da chave backend. Os back-ends mais comuns são tensorrt, onnxruntime,
tensorflow, pytorch, python, dali, fil e openvino.

• input: Especifique três atributos para a entrada: name, data_type e dims (a forma).

• output: Especifique três atributos para a saída: name, data_type e dims (a forma).

• max_batch_size: Defina o tamanho do lote para um valor maior ou igual a 1 que indica o 
tamanho máximo do lote que o Triton deve usar com o modelo.

Para obter mais detalhes sobre a configuraçãoconfig.pbtxt, consulte o repositório do GitHub 
Triton. O Triton fornece várias configurações para ajustar o comportamento do modelo. Algumas das 
opções de configuração mais comuns e importantes são:

• instance_groups: Os grupos de instâncias ajudam a especificar o número e a localização 
de um determinado modelo. Eles têm os atributos count, kind e gpus (usados quando kind
é KIND_GPU). O atributo count é equivalente ao número de operadores. Para um serviço 
de modelo regular, cada operador tem a sua própria cópia do modelo. Da mesma forma, no 
Triton, count especifica o número de cópias do modelo por dispositivo. Por exemplo, se o tipo
instance_group for KIND_CPU, a CPU terá count cópias do modelo.

Note

Em uma instância de GPU, a configuração instance_group se aplica a cada dispositivo 
de GPU. Por exemplo, count cópias do modelo são colocadas em cada dispositivo de 
GPU, a menos que você especifique explicitamente quais dispositivos de GPU devem 
carregar o modelo.

• dynamic_batching e sequence_batching: O lote dinâmico é usado para modelos sem 
estado, e o lote de sequência é usado para modelos com estado (onde você deseja rotear uma 
solicitação para a mesma instância do modelo todas as vezes). Os agendadores de lotes habilitam 
uma fila por modelo, o que ajuda a aumentar o throughput, dependendo da configuração dos lotes.

• ensemble: Um modelo de conjunto representa um pipeline de um ou mais modelos e a conexão 
dos tensores de entrada e saída entre esses modelos. Ele pode ser configurado especificando
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platform como ensemble. A configuração do conjunto é apenas uma representação do 
pipeline do modelo. Ativado SageMaker, todos os modelos em um conjunto são tratados como 
dependentes do modelo de conjunto e são contados como um único modelo para SageMaker 
métricas, como. LoadedModelCount

Publicação de métricas padrão do Triton na Amazon CloudWatch

O contêiner de inferência do NVIDIA Triton expõe métricas na porta 8002 (configurável) para os 
diferentes modelos e GPUs utilizados no servidor de inferência Triton. Para obter detalhes completos 
das métricas padrão que estão disponíveis, consulte a GitHub página das métricas do Triton 
Inference Server. Essas métricas estão no formato do Prometheus e podem ser copiadas usando 
uma configuração de extração do Prometheus.

A partir da versão v23.07, o contêiner SageMaker Triton suporta a publicação dessas métricas na 
Amazon CloudWatch especificando algumas variáveis de ambiente. Para extrair as métricas do 
Prometheus, o contêiner Triton SageMaker usa o agente da Amazon. CloudWatch

As variáveis de ambiente necessárias que você deve especificar para coletar métricas são as 
seguintes:

Variável de ambiente Descrição Valor de exemplo

SAGEMAKER_TRITON_A 
LLOW_METRICS

Especifique esta opção para 
permitir que o Triton publique 
métricas em seu endpoint do 
Prometheus.

"true"

SAGEMAKER_TRITON_P 
UBLISH_METRICS_TO_ 
CLOUDWATCH

Especifique essa opção 
para iniciar as pré-verif 
icações necessárias para 
publicar métricas na Amazon 
CloudWatch.

"true"

SAGEMAKER_TRITON_C 
LOUDWATCH_LOG_GROUP

Especifique esta opção para 
apontar para o grupo de 
logs no qual as métricas são 
gravadas.

“/aws/ /Endpoints//SageMa 
ker” TritonMetrics SageMaker 
TwoEnsemblesTest
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Variável de ambiente Descrição Valor de exemplo

SAGEMAKER_TRITON_C 
LOUDWATCH_METRIC_N 
AMESPACE

Especifique esta opção para 
apontar para o namespace da 
métrica em que você deseja 
ver e plotar as métricas.

“/aws/ /Endpoints//SageMa 
ker” TritonMetrics SageMaker 
TwoEnsemblesPublicTest

SAGEMAKER_TRITON_M 
ETRICS_PORT

Especifique isto como 8002 ou 
qualquer outra porta. Se não 
SageMaker tiver bloqueado 
a porta especificada, ela será 
usada. Caso contrário, outra 
porta não bloqueada será 
escolhida automaticamente.

"8002"

Ao publicar métricas com o Triton ativado SageMaker, tenha em mente as seguintes limitações:

• Embora você possa gerar métricas personalizadas por meio do back-end C-API e Python (v23.05 
em diante), elas atualmente não são suportadas para publicação na Amazon. CloudWatch

• No modo de endpoints SageMaker multimodelo (MME), o Triton é executado em um ambiente 
que exige que o namespace do modelo seja ativado porque cada modelo (exceto os modelos de 
conjunto) é tratado como se estivesse em seu próprio repositório de modelos. No momento, isso 
cria uma limitação para as métricas. Quando o namespacing de modelo está ativado, o Triton não 
distingue as métricas entre dois modelos com o mesmo nome pertencentes a conjuntos diferentes. 
Como solução alternativa, verifique se cada modelo que está sendo implantado tem um nome 
exclusivo. Isso também facilita a consulta de suas métricas em CloudWatch.

Variáveis de ambiente

A tabela a seguir lista as variáveis de ambiente suportadas pelo Triton on SageMaker.

Variável de ambiente Descrição Tipo Possíveis valores

SAGEMAKER 
_MULTI_MODEL

Permite que o Triton 
opere no modo 
de endpoints de 

Booleano true, false
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Variável de ambiente Descrição Tipo Possíveis valores

SageMaker vários 
modelos.

SAGEMAKER 
_TRITON_D 
EFAULT_MO 
DEL_NAME

Especifique o modelo 
a ser carregado 
no modo modelo 
SageMaker único 
(padrão). Para o 
modo de conjunto, 
especifique o nome 
do conjunto propriame 
nte dito.

String <model_name>
conforme especific 
ado em config.pbtxt

SAGEMAKER 
_TRITON_P 
ING_MODE

'ready'é o modo 
padrão no modo 
SageMaker de 
modelo único e
'live' é o padrão 
no modo de endpoints 
SageMaker de vários 
modelos.

String ready, live

SAGEMAKER 
_TRITON_D 
ISABLE_MO 
DEL_NAMES 
PACING

No contêiner 
SageMaker Triton, 
isso é definido como
true padrão.

Booleano true, false

SAGEMAKER 
_BIND_TO_PORT

Enquanto estiver 
ativada SageMaker, a 
porta padrão é 8080. 
Você pode personali 
zar para uma porta 
diferente em cenários 
de vários contêineres.

String <port_number>
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Variável de ambiente Descrição Tipo Possíveis valores

SAGEMAKER 
_SAFE_POR 
T_RANGE

Isso é definido pela 
SageMaker plataform 
a ao usar o modo de 
vários contêineres.

String <port_1>–<port_2>

SAGEMAKER 
_TRITON_A 
LLOW_GRPC

Embora SageMaker 
não ofereça suporte 
ao GRPC atualment 
e, se você estiver 
usando o Triton na 
frente de um proxy 
reverso personali 
zado, poderá optar 
por habilitar o GRPC.

Booleano true, false

SAGEMAKER 
_TRITON_G 
RPC_PORT

A porta padrão para 
o GRPC é 8001, mas 
você pode alterá-la.

String <port_number>

SAGEMAKER 
_TRITON_T 
HREAD_COUNT

Você pode definir o 
número de threads 
padrão do manipulad 
or de solicitações 
HTTP.

String <number>

SAGEMAKER 
_TRITON_L 
OG_VERBOSE

truepor padrão 
SageMaker, mas você 
pode desativar essa 
opção seletivamente.

Booleano true, false

SAGEMAKER 
_TRITON_L 
OG_INFO

falsepor padrão 
ativado SageMaker.

Booleano true, false
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Variável de ambiente Descrição Tipo Possíveis valores

SAGEMAKER 
_TRITON_L 
OG_WARNING

falsepor padrão 
ativado SageMaker.

Booleano true, false

SAGEMAKER 
_TRITON_L 
OG_ERROR

falsepor padrão 
ativado SageMaker.

Booleano true, false

SAGEMAKER 
_TRITON_S 
HM_DEFAUL 
T_BYTE_SIZE

Especifique o 
tamanho de shm 
para o back-end do 
Python, em bytes. 
O valor padrão é 16 
MB, mas pode ser 
aumentado.

String <number>

SAGEMAKER 
_TRITON_S 
HM_GROWTH 
_BYTE_SIZE

Especifique o 
tamanho de 
crescimento de shm 
para o back-end do 
Python, em bytes. 
O valor padrão é 1 
MB, mas pode ser 
aumentado para 
permitir maiores 
incrementos.

String <number>

SAGEMAKER 
_TRITON_T 
ENSORFLOW 
_VERSION

O valor padrão é 2. 
O Triton não oferece 
mais suporte para 
o Tensorflow 2 no 
Triton v23.04. É 
possível configurar 
essa variável para as 
versões anteriores.

String <number>
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Variável de ambiente Descrição Tipo Possíveis valores

SAGEMAKER 
_TRITON_M 
ODEL_LOAD 
_GPU_LIMIT

Restrinja a porcentag 
em máxima de 
memória da 
GPU usada para 
carregamento do 
modelo, permitind 
o que o restante 
seja usado para 
as solicitações de 
inferência.

String <number>

SAGEMAKER 
_TRITON_A 
LLOW_METRICS

falsepor padrão 
ativado SageMaker.

Booleano true, false

SAGEMAKER 
_TRITON_M 
ETRICS_PORT

A porta padrão é 
8002.

String <number>

SAGEMAKER 
_TRITON_P 
UBLISH_ME 
TRICS_TO_ 
CLOUDWATCH

falsepor padrão 
ativado SageMaker. 
Defina essa variável
true para permitir o 
envio das métricas 
padrão do Triton para 
a Amazon. CloudWatc 
h Se essa opção 
estiver ativada, você 
será responsável 
pelos CloudWatc 
h custos quando 
as métricas forem 
publicadas em sua 
conta.

Booleano true, false
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Variável de ambiente Descrição Tipo Possíveis valores

SAGEMAKER 
_TRITON_C 
LOUDWATCH 
_LOG_GROUP

Obrigatório se você 
ativou a publicaçã 
o de métricas em 
CloudWatch.

String <cloudwat 
ch_log_gr 
oup_name>

SAGEMAKER 
_TRITON_C 
LOUDWATCH 
_METRIC_N 
AMESPACE

Obrigatório se você 
ativou a publicaçã 
o de métricas em 
CloudWatch.

String <cloudwat 
ch_metric 
_namespace>

SAGEMAKER 
_TRITON_A 
DDITIONAL_ARGS

Acrescenta quaisquer 
argumentos adicionai 
s ao iniciar o servidor 
Triton.

String <addition 
al_args>

Implemente modelos na borda com o SageMaker Edge Manager

Warning

SageMaker O Edge Manager será descontinuado em 26 de abril de 2024. Para obter mais 
informações sobre como continuar a implantar seus modelos em dispositivos de borda, 
consulte SageMaker Fim da vida útil do Edge Manager.

O Amazon SageMaker Edge Manager fornece gerenciamento de modelos para dispositivos de ponta 
para que você possa otimizar, proteger, monitorar e manter modelos de aprendizado de máquina 
em frotas de dispositivos de ponta, como câmeras inteligentes, robôs, computadores pessoais e 
dispositivos móveis.

Por que usar o Edge Manager?

Muitos casos de uso de machine learning (ML) exigem a execução de modelos de ML em uma 
frota de dispositivos Edge, o que permite obter previsões em tempo real, preservar a privacidade 
dos usuários finais e reduzir o custo da conectividade de rede. Com a crescente disponibilidade de 
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hardware de borda de baixa potência projetado para machine learning, agora é possível executar 
vários modelos complexos de redes neurais em dispositivos Edge.

No entanto, operar modelos de ML em dispositivos Edge é um desafio, porque os dispositivos, 
diferentemente das instâncias de nuvem, têm computação, memória e conectividade limitadas. 
Depois que o modelo for implantado, você precisa monitorar continuamente os modelos, pois o 
desvio do modelo pode fazer com que a qualidade do modelo diminua com o tempo. Monitorar 
modelos em toda a sua frota de dispositivos é difícil porque você precisa escrever código 
personalizado para coletar amostras de dados do seu dispositivo e identificar divergências nas 
previsões. Além disso, os modelos muitas vezes são codificados diretamente na aplicação. Para 
atualizar o modelo, é necessário reconstruir e atualizar toda a aplicação ou firmware do dispositivo, o 
que pode causar interrupções nas operações.

Com o SageMaker Edge Manager, você pode otimizar, executar, monitorar e atualizar modelos de 
aprendizado de máquina em frotas de dispositivos na borda.

Como funciona?

Em um alto nível, há cinco componentes principais no fluxo de trabalho do SageMaker Edge 
Manager: compilar modelos com SageMaker o Neo, empacotar modelos compilados pelo Neo, 
implantar modelos em seus dispositivos, executar modelos no mecanismo de SageMaker inferência 
(agente do Edge Manager) e manter modelos nos dispositivos.

SageMaker O Edge Manager usa SageMaker o Neo para otimizar seus modelos para o hardware 
de destino em um clique e, em seguida, para assinar criptograficamente seus modelos antes da 
implantação. Usando o SageMaker Edge Manager, você pode obter amostras de dados de entrada 
e saída do modelo de dispositivos de borda e enviá-los para a nuvem para monitoramento e análise, 
além de visualizar um painel que rastreia e relata visualmente a operação dos modelos implantados 
no SageMaker console.

SageMaker O Edge Manager estende recursos que antes só estavam disponíveis na nuvem até 
a borda, para que os desenvolvedores possam melhorar continuamente a qualidade do modelo 
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usando o Amazon SageMaker Model Monitor para detecção de desvios, depois renomear os dados 
com SageMaker Ground Truth e retreinar os modelos. SageMaker

Como faço para usar o SageMaker Edge Manager?

Se você for um usuário iniciante do SageMaker Edge Manager, recomendamos que você faça o 
seguinte:

1. Leia a seção Introdução - Esta seção explica como configurar seu primeiro trabalho de 
empacotamente do Edge e criar sua primeira frota.

2. Explore exemplos de cadernos Jupyter do Edge Manager - Os notebooks de exemplo 
são armazenados no amazon-sagemaker-examples GitHub repositório na pasta 
sagemaker_edge_manager.

Conceitos básicos

Este guia demonstra como concluir as etapas necessárias para registrar, implantar e gerenciar uma 
frota de dispositivos e como satisfazer os pré-requisitos do Amazon SageMaker Edge Manager.

Tópicos

• Configurar

• Treine, compile e empacote seu modelo

• Crie e registre frotas e autentique dispositivos

• Baixe e configure o Edge Manager

• Execute o agente

Configurar

Antes de começar a usar o SageMaker Edge Manager para gerenciar modelos em suas frotas de 
dispositivos, você deve primeiro criar funções do IAM para SageMaker e. AWS IoT Você também 
desejará criar pelo menos um bucket do Amazon S3 onde armazenará seu modelo pré-treinado, a 
saída do seu trabalho de compilação do SageMaker Neo e os dados de entrada de seus dispositivos 
de ponta.

Cadastrar-se em uma Conta da AWS

Se você ainda não tem uma Conta da AWS, siga as etapas a seguir para criar uma.
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Para se cadastrar em uma Conta da AWS

1. Abra https://portal.aws.amazon.com/billing/signup.

2. Siga as instruções on-line.

Parte do procedimento de aplicação envolve receber uma chamada telefônica e digitar um 
código de verificação no teclado do telefone.

Quando você se cadastra em uma Conta da AWS, um Usuário raiz da conta da AWS é criado. 
O usuário raiz tem acesso a todos os Serviços da AWS e atributos na conta. Como prática 
recomendada de segurança, atribua acesso administrativo a um usuário administrativo e use 
somente o usuário raiz para realizar as tarefas que exigem acesso do usuário raiz.

A AWS envia um e-mail de confirmação depois que o processo de cadastramento é concluído. 
A qualquer momento, é possível visualizar as atividades da conta atual e gerenciar sua conta 
acessando https://aws.amazon.com/ e selecionando Minha conta.

Criar um usuário administrativo

Depois de se inscrever em uma Conta da AWS, proteja seu Usuário raiz da conta da AWS, habilite 
o AWS IAM Identity Center e crie um usuário administrativo para não usar o usuário raiz em tarefas 
cotidianas.

Proteger seu Usuário raiz da conta da AWS

1. Faça login no AWS Management Console como o proprietário da conta ao escolher a opção
Usuário raiz e inserir o endereço de e-mail da Conta da AWS. Na próxima página, digite sua 
senha.

Para obter ajuda ao fazer login usando o usuário raiz, consulte Fazer login como usuário raiz no
Guia do usuário do Início de Sessão da AWS.

2. Ative a autenticação multifator (MFA) para o usuário raiz.c

Para obter instruções, consulte Habilitar um dispositivo MFA virtual para o usuário raiz de sua 
conta da Conta da AWS para seu (console) no Guia do usuário do IAM.

Criar um usuário administrativo

1. Habilitar o IAM Identity Center.
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Para obter instruções, consulte Enabling AWS IAM Identity Center no Manual do Usuário do 
AWS IAM Identity Center.

2. No Centro de Identidade do IAM, conceda acesso administrativo a um usuário administrativo.

Para ver um tutorial sobre como usar o Diretório do Centro de Identidade do IAM como fonte de 
identidade, consulte Configure user access with the default Diretório do Centro de Identidade do 
IAM no Manual do Usuário do AWS IAM Identity Center.

Login como usuário administrativo

• Para fazer login com seu usuário do Centro de Identidade do IAM, use a URL de login que foi 
enviada ao seu endereço de e-mail quando você criou o usuário do Centro do Usuário do IAM.

Para obter ajuda com o login utilizando um usuário do Centro de Identidade do IAM, consulte
Fazer login no portal de acesso da AWS, no Guia do usuário do Início de Sessão da AWS.

Criar funções e armazenamento

SageMaker O Edge Manager precisa acessar seu URI de bucket do Amazon S3. Para facilitar isso, 
crie uma função do IAM que possa ser executada SageMaker e tenha permissão para acessar o 
Amazon S3. Usando essa função, SageMaker você pode executar sob sua conta e acessar seu 
bucket do Amazon S3.

Você pode criar uma função do IAM usando o console do IAM, a SDK para Python (Boto3) da AWS, 
ou AWS CLI. Segue um exemplo de como criar uma função do IAM, anexar as políticas necessárias 
usando o console do IAM e criar um bucket do Amazon S3.

1. Crie uma função do IAM para a Amazon SageMaker.

a. Faça login no AWS Management Console e abra o console do IAM em https:// 
console.aws.amazon.com/iam/.

b. No painel de navegação do console do IAM, escolha Funções e, em seguida, Criar função.

c. Em Selecionar tipo de entidade confiável, selecione serviço AWS.

d. Escolha o serviço que você deseja que assuma essa função. Nesse caso, escolha
SageMaker. Então, escolha Próximo: Permissões.
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• Isso cria automaticamente uma política do IAM que concede acesso a serviços 
relacionados, como Amazon S3, Amazon ECR e Logs. CloudWatch

e. Escolha Próximo: tags.

f. (Opcional) Adicione metadados à função anexando tags como pares de chave-valor. Para 
obter mais informações sobre como usar rótulos no IAM, consulte Recursos de etiquetas do 
IAM.

g. Escolha Próximo: revisar.

h. Digite um Nome da função.

i. Se possível, digite um nome de função ou um sufixo de nome de função. Os nomes de 
função devem ser exclusivos em sua conta AWS. Eles não são diferenciados por letras 
maiúsculas e minúsculas. Por exemplo, não é possível criar funções chamadas PRODROLE
e prodrole. Como outros recursos de AWS podem fazer referência à função, não é 
possível editar o nome da função depois de ela ser criada.

j. (Opcional) Em Descrição da função, digite uma descrição para a nova função.

k. Revise a função e escolha Create role (Criar função).

Observe a SageMaker função ARN, que você usa para criar um trabalho de compilação 
com o SageMaker Neo e um trabalho de empacotamento com o Edge Manager. Para 
encontrar o ARN da função usando o console, faça o seguinte:

i. Vá para o console do IAM: https://console.aws.amazon.com/iam/

ii. Selecione Funções.

iii. Pesquise a função que acabou de criar digitando o nome da função no campo de 
pesquisa.

iv. Selecione a função.

v. O ARN da função está na parte superior da página de resumo.

2. Crie uma função do IAM para o AWS IoT.

A função do IAM AWS IoT que você cria é usada para autorizar seus objetos. Você também usa 
a função ARN do IAM para criar e registrar frotas de dispositivos com um SageMaker objeto 
cliente.

Configure uma função do IAM em sua conta AWS para que o provedor de credenciais assuma 
em nome dos dispositivos da sua frota de dispositivos. Em seguida, anexe uma política para 
autorizar seus dispositivos a interagir com os serviços AWS IoT.
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Crie uma função para AWS IoT programaticamente ou com o console do IAM, semelhante ao 
que você fez quando criou uma função para. SageMaker

a. Faça login no AWS Management Console e abra o console do IAM em https:// 
console.aws.amazon.com/iam/.

b. No painel de navegação do console do IAM, escolha Funções e, em seguida, Criar função.

c. Em Selecionar tipo de entidade confiável, selecione serviço AWS.

d. Escolha o serviço que você deseja que assuma essa função. Nesse caso, escolha IoT. 
Selecione IoT como o caso de uso.

e. Escolha Next: Permissions (Próximo: Permissões).

f. Escolha Próximo: tags.

g. (Opcional) Adicione metadados à função anexando tags como pares de chave-valor. Para 
obter mais informações sobre como usar rótulos no IAM, consulte Recursos de etiquetas do 
IAM.

h. Escolha Próximo: revisar.

i. Digite um Nome da função. O nome da função deve começar com SageMaker.

j. (Opcional) Em Descrição da função, digite uma descrição para a nova função.

k. Revise a função e escolha Create role (Criar função).

l. Depois que a função for criada, escolha Funções no console do IAM. Pesquise a função que 
você criou digitando o nome da função no campo Pesquisa.

m. Escolha sua função.

n. Em seguida, escolha Anexar políticas.

o. Pequise por AmazonSageMakerEdgeDeviceFleetPolicy no campo de Pesquisa. 
Selecione AmazonSageMakerEdgeDeviceFleetPolicy.

p. Escolha Anexar política.

q. Adicione a seguinte declaração de política à relação de confiança:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
      { 
        "Effect": "Allow", 
        "Principal": {"Service": "credentials.iot.amazonaws.com"}, 
        "Action": "sts:AssumeRole" 
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      }, 
      { 
        "Effect": "Allow", 
        "Principal": {"Service": "sagemaker.amazonaws.com"}, 
        "Action": "sts:AssumeRole" 
      } 
  ]
}

Uma política de confiança é um documento da política JSON no qual você define os 
princípios que são confiáveis para assumir a função. Para obter mais informações sobre 
perfis e políticas de confiança, consulte Termos e conceitos de perfis.

r. Anote o ARN do perfil do AWS IoT. Você usa o ARN da função AWS IoT para criar e 
registrar a frota de dispositivos. Para encontrar o ARN da função do IAM com o console:

i. Ir para o console do IAM: https://console.aws.amazon.com/iam/

ii. Escolha Perfis.

iii. Pesquise a função que você criou digitando o nome da função no campo Pesquisar.

iv. Selecione a função.

v. O ARN do perfil está na página Resumo.

3. Crie um bucket do Amazon S3.

SageMaker O Neo e o Edge Manager acessam seu modelo pré-compilado e seu modelo 
compilado a partir de um bucket do Amazon S3. O Edge Manager também armazena dados de 
amostra da sua frota de dispositivos no Amazon S3.

a. Abra o console do Amazon S3 em https://console.aws.amazon.com/s3/.

b. Selecione Criar bucket.

c. Em Nome do bucket, insira um nome para o bucket.

d. Em Region (Região), escolha a região da AWS onde deseja que o bucket resida.

e. Nas Configurações do Bucket para Bloquear acesso público, escolha as configurações que 
deseja aplicar ao bucket.

f. Selecione Criar bucket.

Para obter mais informações sobre o S3, consulte Amazon S3 e Conceitos básicos do Amazon 
S3.
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Treine, compile e empacote seu modelo

Nesta seção, você criará SageMaker e AWS IoT clientará objetos, baixará um modelo pré-treinado 
de aprendizado de máquina, carregará seu modelo no bucket do Amazon S3, compilará seu modelo 
para seu dispositivo de destino SageMaker com o Neo e empacotará seu modelo para que ele possa 
ser implantado com o agente do Edge Manager.

1. Importe bibliotecas e crie objetos de cliente.

Este tutorial usa o AWS SDK for Python (Boto3) para criar clientes com os quais interagir 
SageMaker, Amazon S3 e. AWS IoT

Importe o Boto3, especifique sua região e inicialize os objetos do cliente necessários, conforme 
mostrado no exemplo a seguir:

import boto3
import json
import time

AWS_REGION = 'us-west-2'# Specify your Region
bucket = 'bucket-name'

sagemaker_client = boto3.client('sagemaker', region_name=AWS_REGION)
iot_client = boto3.client('iot', region_name=AWS_REGION)

Defina variáveis e atribua a elas o ARN da função que você criou para SageMaker e AWS IoT 
como cadeias de caracteres:

# Replace with the role ARN you created for SageMaker
sagemaker_role_arn = "arn:aws:iam::<account>:role/*"

# Replace with the role ARN you created for AWS IoT.  
# Note: The name must start with 'SageMaker'
iot_role_arn = "arn:aws:iam::<account>:role/SageMaker*"

2. Treinar um modelo de machine learning.

Consulte Treinar um modelo com a Amazon SageMaker para obter mais informações sobre 
como treinar um modelo de aprendizado de máquina usando SageMaker. Opcionalmente, você 
pode carregar seu modelo treinado localmente diretamente em um bucket de URI do Amazon 
S3.
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Se você ainda não tiver um modelo, pode usar um modelo pré-treinado para as próximas 
etapas deste tutorial. Por exemplo, você pode salvar os modelos MobileNet V2 da TensorFlow 
estrutura. MobileNet O V2 é um modelo de classificação de imagens otimizado para aplicativos 
móveis. Para obter mais informações sobre a MobileNet V2, consulte o MobileNet GitHub 
README.

Digite o seguinte em seu notebook Jupyter para salvar o modelo V2 pré-treinado MobileNet :

# Save the MobileNet V2 model to local storage 
   import tensorflow as tf 
   model = tf.keras.applications.MobileNetV2() 
   model.save(“mobilenet_v2.h5”)

Note

• Se você não tiver TensorFlow instalado, você pode fazer isso executando pip 
install tensorflow=2.4

• Use a TensorFlow versão 2.4 ou inferior para este tutorial.

O modelo será salvo no arquivo mobilenet_v2.h5. Antes de empacotar o modelo, você 
precisará primeiro compilar seu modelo usando SageMaker o Neo. Verifique Estruturas, 
dispositivos, sistemas e arquiteturas compatíveis se sua versão do TensorFlow (ou outra 
estrutura de sua escolha) é atualmente suportada pelo SageMaker Neo.

SageMaker O Neo exige que os modelos sejam armazenados como um arquivo TAR 
compactado. Reempacote-o como um arquivo TAR compactado (*.tar.gz):

# Package MobileNet V2 model into a TAR file  
   import tarfile 
    
   tarfile_name='mobilenet-v2.tar.gz' 
    
   with tarfile.open(tarfile_name, mode='w:gz') as archive: 
       archive.add('mobilenet-v2.h5')

3. Faça upload de seus arquivos para o Amazon S3.
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Depois de treinar seu modo de machine learning, armazene-o em um bucket S3 do Amazon. O 
exemplo a seguir usa um AWS CLI comando para carregar o modelo para o bucket do Amazon 
S3 que você criou anteriormente em um diretório chamado models. Digite o seguinte em seu 
bloco de anotações Jupyter:

!aws s3 cp mobilenet-v2.tar.gz s3://{bucket}/models/

4. Compile seu modelo com o SageMaker Neo.

Compile seu modelo de aprendizado de máquina com SageMaker o Neo para um dispositivo de 
ponta. Você precisa conhecer o URI do bucket do Amazon S3 onde você armazenou o modelo 
treinado, a estrutura de machine learning que você usou para treinar seu modelo, a forma da 
entrada do seu modelo e seu dispositivo de destino.

Para o modelo MobileNet V2, use o seguinte:

framework = 'tensorflow'
target_device = 'jetson_nano'
data_shape = '{"data":[1,3,224,224]}'

SageMaker O Neo requer uma forma de entrada de modelo e um formato de modelo específicos 
com base na estrutura de aprendizado profundo que você usa. Para obter mais informações 
sobre como salvar seu modelo, consulte Quais formatos de dados de entrada o SageMaker Neo 
espera?. Para obter mais informações sobre os dispositivos e frameworks suportados pelo Neo, 
consulte Estruturas, dispositivos, sistemas e arquiteturas compatíveis.

Use a CreateCompilationJob API para criar um trabalho de compilação com SageMaker 
o Neo. Forneça um nome para o trabalho de compilação, o ARN da SageMaker função, o URI 
do Amazon S3 em que seu modelo está armazenado, a forma de entrada do modelo, o nome 
da estrutura, o URI do Amazon S3 em que você SageMaker deseja armazenar seu modelo 
compilado e o destino do seu dispositivo de ponta.

# Specify the path where your model is stored
model_directory = 'models'
s3_model_uri = 's3://{}/{}/{}'.format(bucket, model_directory, tarfile_name)

# Store compiled model in S3 within the 'compiled-models' directory
compilation_output_dir = 'compiled-models'
s3_output_location = 's3://{}/{}/'.format(bucket, compilation_output_dir)
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# Give your compilation job a name
compilation_job_name = 'getting-started-demo'

sagemaker_client.create_compilation_job(CompilationJobName=compilation_job_name, 
                                        RoleArn=sagemaker_role_arn, 
                                        InputConfig={ 
                                            'S3Uri': s3_model_uri, 
                                            'DataInputConfig': data_shape, 
                                            'Framework' : framework.upper()}, 
                                        OutputConfig={ 
                                            'S3OutputLocation': s3_output_location, 
                                            'TargetDevice': target_device}, 
                                        StoppingCondition={'MaxRuntimeInSeconds': 
 900}) 
                 

5. Empacote seu modelo compilado.

Os trabalhos de empacotamento SageMaker usam modelos compilados pelo NEO e fazem as 
alterações necessárias para implantar o modelo com o mecanismo de inferência, o agente do 
Edge Manager. Para empacotar seu modelo, crie um trabalho de empacotamento de borda com 
a create_edge_packaging API ou o SageMaker console.

Você precisa fornecer o nome usado para o trabalho de compilação do Neo, um nome para o 
trabalho de empacotamento, um ARN da função (consulte a seção Configurar), um nome para 
o modelo, uma versão do modelo e o URI do bucket do Amazon S3 para a saída do trabalho 
de empacotamento. Observe que os nomes de tarefas de empacotamento do Edge Manager 
diferenciam maiúsculas e minúsculas. Veja a seguir um exemplo de como criar um trabalho de 
empacotamento usando a API.

edge_packaging_name='edge-packaging-demo'
model_name="sample-model"
model_version="1.1"

Defina o URI do Amazon S3 em que deseja armazenar o modelo empacotado.

# Output directory where you want to store the output of the packaging job
packaging_output_dir = 'packaged_models'
packaging_s3_output = 's3://{}/{}'.format(bucket, packaging_output_dir)
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Use CreateEdgePackagingJob para empacotar seu modelo compilado pelo NEO. 
Forneça um nome para seu trabalho de empacotamento de borda e o nome que você 
forneceu para seu trabalho de compilação (neste exemplo, ele foi armazenado na variável
compilation_job_name). Forneça também um nome para seu modelo, uma versão para seu 
modelo (isso é usado para ajudá-lo a controlar qual versão do modelo você está usando) e o 
URI do S3 em que você SageMaker deseja armazenar o modelo empacotado.

sagemaker_client.create_edge_packaging_job( 
                    EdgePackagingJobName=edge_packaging_name, 
                    CompilationJobName=compilation_job_name, 
                    RoleArn=sagemaker_role_arn, 
                    ModelName=model_name, 
                    ModelVersion=model_version, 
                    OutputConfig={ 
                        "S3OutputLocation": packaging_s3_output 
                        } 
                    )

Crie e registre frotas e autentique dispositivos

Nesta seção, você criará seu AWS IoT objeto, criará uma frota de dispositivos, registrará sua frota de 
dispositivos para que ela possa interagir com a nuvem, criará certificados X.509 para autenticar seus 
dispositivos AWS IoT Core, associará o alias de função ao AWS IoT que foi gerado quando você 
criou sua frota, obterá o endpoint AWS específico da conta para o provedor de credenciais, obterá 
um arquivo oficial da Amazon Root CA e fará o upload do arquivo Amazon CA para o Amazon S3.

1. Criar AWS IoT coisas.

SageMaker O Edge Manager aproveita os AWS IoT Core serviços para facilitar a conexão 
entre os dispositivos de ponta e os endpoints na AWS nuvem. Você pode aproveitar a AWS 
IoT funcionalidade existente depois de configurar seus dispositivos para trabalhar com o Edge 
Manager.

Para conectar seu dispositivo ao AWS IoT, você precisa criar objetos AWS IoT, criar e registrar 
um certificado de cliente com a AWS IoT e criar e configurar a função do IAM para seus 
dispositivos.
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Primeiro, crie AWS IoT objetos com o AWS IoT cliente (iot_client) que você criou 
anteriormente com o Boto3. O exemplo a seguir mostra como criar dois objetos:

iot_thing_name = 'sample-device'
iot_thing_type = 'getting-started-demo'

iot_client.create_thing_type( 
    thingTypeName=iot_thing_type
)

# Create an AWS IoT thing objects
iot_client.create_thing( 
    thingName=iot_thing_name, 
    thingTypeName=iot_thing_type
)

2. Crie sua frota de dispositivos.

Crie uma frota de dispositivos com o objeto SageMaker cliente definido em uma etapa anterior. 
Você também pode usar o SageMaker console para criar uma frota de dispositivos.

import time
device_fleet_name="demo-device-fleet" + str(time.time()).split('.')[0]
device_name="sagemaker-edge-demo-device" + str(time.time()).split('.')[0]

Especifique o ARN da sua função de IoT. Isso permite AWS IoT conceder credenciais 
temporárias aos dispositivos.

device_model_directory='device_output'
s3_device_fleet_output = 's3://{}/{}'.format(bucket, device_model_directory)

sagemaker_client.create_device_fleet( 
    DeviceFleetName=device_fleet_name, 
    RoleArn=iot_role_arn, # IoT Role ARN specified in previous step 
    OutputConfig={ 
        'S3OutputLocation': s3_device_fleet_output 
    }
)
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Um alias da função AWS IoT é criado quando você cria uma frota de dispositivos. Esse alias de 
função está associado ao AWS IoT uso do iot_client objeto em uma etapa posterior.

3. Registrar a frota de dispositivos.

Para interagir com a nuvem, você precisa registrar seu dispositivo no SageMaker Edge 
Manager. Neste exemplo, você registra um único dispositivo com a frota que você criou. Para 
registrar o dispositivo, você precisa fornecer um nome de dispositivo e o nome da coisa AWS 
IoT, conforme mostrado no exemplo a seguir:

# Device name should be 36 characters
device_name = "sagemaker-edge-demo-device" + str(time.time()).split('.')[0]

sagemaker_client.register_devices( 
    DeviceFleetName=device_fleet_name, 
    Devices=[ 
        { 
            "DeviceName": device_name, 
            "IotThingName": iot_thing_name 
        } 
    ]
)

4. Crie certificados X.509.

Depois de criar o objeto da coisa AWS IoT, você deve criar um certificado de dispositivo X.509 
para seu objeto de coisa. Esse certificado autentica seu dispositivo em AWS IoT Core.

Use o seguinte para criar uma chave privada, uma chave pública e um arquivo de certificado 
X.509 usando o AWS IoT cliente definido (iot_client) anteriormente.

# Creates a 2048-bit RSA key pair and issues an X.509 # certificate  
# using the issued public key.
create_cert = iot_client.create_keys_and_certificate( 
    setAsActive=True  
)

# Get certificate from dictionary object and save in its own
with open('./device.pem.crt', 'w') as f: 
    for line in create_cert['certificatePem'].split('\n'): 
        f.write(line) 
        f.write('\n')
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# Get private key from dictionary object and save in its own  
with open('./private.pem.key', 'w') as f: 
    for line in create_cert['keyPair']['PrivateKey'].split('\n'): 
        f.write(line) 
        f.write('\n')
# Get a private key from dictionary object and save in its own  
with open('./public.pem.key', 'w') as f: 
    for line in create_cert['keyPair']['PublicKey'].split('\n'): 
        f.write(line) 
        f.write('\n')

5. Associe o alias da função a AWS IoT.

Quando você cria uma frota de dispositivos com SageMaker 
(sagemaker_client.create_device_fleet()), um alias de função é gerado para você. 
Um alias de função AWS IoT fornece um mecanismo para dispositivos conectados autenticarem-
se no AWS IoT usando certificados X.509 e, em seguida, obter credenciais AWS de curta 
duração de uma função do IAM associada a um alias de função AWS IoT. O alias da função 
permite que você altere a função do dispositivo sem precisar atualizar o dispositivo. Use
DescribeDeviceFleet para obter o nome do alias da função e o ARN.

# Print Amazon Resource Name (ARN) and alias that has access  
# to AWS Internet of Things (IoT).
sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)

# Store iot role alias string in a variable
# Grabs role ARN
full_role_alias_name = 
 sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)
['IotRoleAlias']
start_index = full_role_alias_name.find('SageMaker') # Find beginning of role name 
   
role_alias_name = full_role_alias_name[start_index:] 

Use o iot_client para facilitar a associação do alias de função gerado pela criação da frota 
de dispositivos com: AWS IoT

role_alias = iot_client.describe_role_alias( 
                    roleAlias=role_alias_name)
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Para obter mais informações sobre o alias de função do IAM, consulte o Alias de função permite 
acesso a serviços não utilizados.

Você criou e registrou um certificado AWS IoT anteriormente para uma autenticação bem-
sucedida do seu dispositivo. Agora, você precisa criar e anexar uma política ao certificado para 
autorizar a solicitação do token de segurança.

alias_policy = { 
  "Version": "2012-10-17", 
  "Statement": { 
    "Effect": "Allow", 
    "Action": "iot:AssumeRoleWithCertificate", 
    "Resource": role_alias['roleAliasDescription']['roleAliasArn'] 
  }
}

policy_name = 'aliaspolicy-'+ str(time.time()).split('.')[0]
aliaspolicy = iot_client.create_policy(policyName=policy_name, 
                                       policyDocument=json.dumps(alias_policy))

# Attach policy
iot_client.attach_policy(policyName=policy_name, 
                            target=create_cert['certificateArn'])

6. Obtenha o endpoint AWS específico da sua conta para o provedor de credenciais.

Os dispositivos Edge precisam de um endpoint para assumir as credenciais. Obtenha o endpoint 
AWS específico da sua conta para o provedor de credenciais.

# Get the unique endpoint specific to your AWS account that is making the call.
iot_endpoint = iot_client.describe_endpoint( 
    endpointType='iot:CredentialProvider'
)

endpoint="https://{}/role-aliases/{}/
credentials".format(iot_endpoint['endpointAddress'],role_alias_name)

7. Obtenha o arquivo de CA raiz oficial da Amazon e faça upload para o bucket do Amazon S3.

Use o seguinte em seu Bloco de anotações Jupyter ou AWS CLI (se você usa seu terminal, 
remova o '!' função mágica):
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!wget https://www.amazontrust.com/repository/AmazonRootCA1.pem

Use o endpoint para fazer uma solicitação HTTPS ao provedor de credenciais para que retorne 
um token de segurança. O comando de exemplo a seguir usa curl, mas é possível usar 
qualquer cliente HTTP.

!curl --cert device.pem.crt --key private.pem.key --cacert AmazonRootCA1.pem 
 $endpoint

Se o certificado for verificado, faça o upload das chaves e do certificado para o URI do bucket do 
Amazon S3:

!aws s3 cp private.pem.key s3://{bucket}/authorization-files/
!aws s3 cp device.pem.crt s3://{bucket}/authorization-files/
!aws s3 cp AmazonRootCA1.pem s3://{bucket}/authorization-files/

Limpe seu diretório de trabalho movendo suas chaves e certificados para um diretório diferente:

# Optional - Clean up working directory
!mkdir authorization-files
!mv private.pem.key device.pem.crt AmazonRootCA1.pem authorization-files/

Baixe e configure o Edge Manager

O agente do Edge Manager é um mecanismo de inferência para seus dispositivos Edge. Use o 
agente para fazer previsões com modelos carregados em seus dispositivos Edge. O agente também 
coleta métricas do modelo e captura dados em intervalos específicos.

Nesta seção, você configurará seu dispositivo com o agente. Para fazer isso, primeiro copie um 
artefato de lançamento e um certificado raiz de assinatura do repositório de lançamento localmente 
para sua máquina. Depois de descompactar o artefato de lançamento, carregue-o no Amazon S3. 
Em seguida, defina e salve um arquivo de configuração para o agente. Um modelo é fornecido para 
você copiar e colar. Por fim, copie os artefatos da versão, o arquivo de configuração e as credenciais 
para o seu dispositivo.

1. Baixe o agente do SageMaker Edge Manager.
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O agente é lançado em formato binário para sistemas operacionais compatíveis. Este exemplo 
executa inferência em um Jetson Nano que usa um sistema operacional Linux e tem uma 
arquitetura ARM64. Para obter mais informações sobre qual sistema operacional e arquitetura 
os dispositivos compatíveis usam, consulte Dispositivos, arquiteturas de chip e sistemas 
compatíveis.

Obtenha a versão mais recente dos binários do bucket de lançamento do SageMaker Edge 
Manager na região us-west-2.

!aws s3 ls s3://sagemaker-edge-release-store-us-west-2-linux-armv8/Releases/ | sort 
 -r

Isso retorna artefatos de lançamento classificados por sua versão.

                           PRE 1.20210512.96da6cc/ 
                           PRE 1.20210305.a4bc999/ 
                           PRE 1.20201218.81f481f/ 
                           PRE 1.20201207.02d0e97/

A versão tem o seguinte formato: <MAJOR_VERSION>.<YYYY-MM-DD>.<SHA-7>. É composto 
por três componentes:

• <MAJOR_VERSION>: a versão de lançamento. A versão de lançamento está atualmente 
definida como 1.

• <YYYY-MM-DD>: a data e hora da liberação do artefato.

• <SHA-7>: o ID de confirmação do repositório a partir do qual a versão foi criada.

Copie o arquivo TAR compactado localmente ou diretamente para o seu dispositivo. O exemplo 
a seguir mostra como copiar o artefato da versão mais recente no momento em que este 
documento foi lançado.

!aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/
Releases/1.20201218.81f481f/1.20201218.81f481f.tgz ./

Depois de ter o artefato, descompacte o arquivo TAR compactado. O seguinte descompacta o 
arquivo TAR e o armazena em um diretório chamado: agent_demo
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!mkdir agent_demo
!tar -xvzf 1.20201218.81f481f.tgz -C ./agent_demo

Carregar os artefatos de liberação do agente para o seu bucket do Amazon S3. O exemplo 
de código a seguir copia o conteúdo agent_demo e o carrega em um diretório dentro do seu 
bucket do Amazon S3 chamado agent_demo:

!aws s3 cp --recursive ./agent_demo s3://{bucket}/agent_demo

Você também precisa dos certificados raiz de assinatura do bucket de lançamentos:

!aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/Certificates/us-
west-2/us-west-2.pem ./

Carregue o certificado raiz de assinatura para o seu bucket do Amazon S3:

!aws s3 cp us-west-2.pem s3://{bucket}/authorization-files/

2. Defina um arquivo de configuração do agente do SageMaker Edge Manager.

Primeiro, defina o arquivo de configuração do agente da seguinte forma:

sagemaker_edge_config = { 
    "sagemaker_edge_core_device_name": "device_name", 
    "sagemaker_edge_core_device_fleet_name": "device_fleet_name", 
    "sagemaker_edge_core_capture_data_buffer_size": 30, 
    "sagemaker_edge_core_capture_data_push_period_seconds": 4, 
    "sagemaker_edge_core_folder_prefix": "demo_capture", 
    "sagemaker_edge_core_region": "us-west-2", 
    "sagemaker_edge_core_root_certs_path": "/agent_demo/certificates", 
    "sagemaker_edge_provider_aws_ca_cert_file": "/agent_demo/iot-credentials/
AmazonRootCA1.pem", 
    "sagemaker_edge_provider_aws_cert_file": "/agent_demo/iot-credentials/
device.pem.crt", 
    "sagemaker_edge_provider_aws_cert_pk_file": "/agent_demo/iot-credentials/
private.pem.key", 
    "sagemaker_edge_provider_aws_iot_cred_endpoint": "endpoint", 
    "sagemaker_edge_provider_provider": "Aws", 
    "sagemaker_edge_provider_s3_bucket_name": bucket, 
    "sagemaker_edge_core_capture_data_destination": "Cloud"
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}

Substitua o seguinte:

• "device_name" com o nome do seu dispositivo (essa string foi armazenada em uma etapa 
anterior em uma variável chamada device_name).

• "device_fleet_name“ com o nome do seu dispositivo (essa string foi armazenada em uma 
etapa anterior em uma variável chamada device_fleet_name)

• "endpoint" com o endpoint AWS específico da sua conta para o provedor de credenciais 
(essa string foi armazenada em uma etapa anterior em uma variável chamada endpoint).

Em seguida, salve-o como um arquivo JSON:

edge_config_file = open("sagemaker_edge_config.json", "w")
json.dump(sagemaker_edge_config, edge_config_file, indent = 6)
edge_config_file.close()

Carregue o arquivo de configuração em seu bucket no Amazon S3:

!aws s3 cp sagemaker_edge_config.json s3://{bucket}/

3. Copie os artefatos da versão, o arquivo de configuração e as credenciais para o seu dispositivo.

As instruções a seguir são executadas no próprio dispositivo de borda.

Note

Você deve primeiro instalar o Python, o AWS SDK for Python (Boto3) e o AWS CLI no 
seu dispositivo Edge.

Abra um terminal no dispositivo. Crie uma pasta para armazenar os artefatos da versão, suas 
credenciais e o arquivo de configuração.

mkdir agent_demo
cd agent_demo
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Copie o conteúdo dos artefatos de lançamento que você armazenou no bucket do Amazon S3 
para o seu dispositivo:

# Copy release artifacts  
aws s3 cp s3://<bucket-name>/agent_demo/ ./ --recursive

(O conteúdo do artefato de lançamento foi armazenado em um diretório chamado agent_demo
na etapa anterior). Substitua <bucket-name> e agent_demo pelo nome do bucket do Amazon 
S3 e o caminho do arquivo para os artefatos de lançamento, respectivamente.

Vá até o /bin diretório e torne os arquivos binários executáveis:

cd bin

chmod +x sagemaker_edge_agent_binary
chmod +x sagemaker_edge_agent_client_example

cd agent_demo

Crie um diretório para armazenar suas AWS IoT credenciais e copiá-las do seu bucket do 
Amazon S3 para seu dispositivo de borda (use o mesmo que você define na variável: bucket

mkdir iot-credentials
cd iot-credentials

aws s3 cp s3://<bucket-name>/authorization-files/AmazonRootCA1.pem ./
aws s3 cp s3://<bucket-name>/authorization-files/device.pem.crt ./
aws s3 cp s3://<bucket-name>/authorization-files/private.pem.key ./

cd ../

Crie um diretório para armazenar seu modelo assinando certificados raiz:

mkdir certificates

cd certificates

aws s3 cp s3://<bucket-name>/authorization-files/us-west-2.pem ./
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cd agent_demo

Copie seu arquivo de configuração para o seu dispositivo:

#Download config file from S3
aws s3 cp s3://<bucket-name>/sagemaker_edge_config.json ./

cd agent_demo

O agent_demo diretório em seu dispositivo de borda deve ser semelhante ao seguinte:

###agent_demo
|    ### bin
|        ### sagemaker_edge_agent_binary
|        ### sagemaker_edge_agent_client_example
|    ### sagemaker_edge_config.json
|    ### certificates
|        ###us-west-2.pem
|    ### iot-credentials
|        ### AmazonRootCA1.pem
|        ### device.pem.crt
|        ### private.pem.key
|    ### docs
|        ### api
|        ### examples
|    ### ATTRIBUTIONS.txt
|    ### LICENSE.txt   
|    ### RELEASE_NOTES.md

Execute o agente

Nesta seção, você executará o agente como um binário usando o gRPC e verificará se o dispositivo 
e a frota estão funcionando e coletando dados de amostra.

1. Inicie o agente.

O agente do SageMaker Edge Manager pode ser executado como um processo independente 
na forma de um binário executável de formato executável e vinculável (ELF) ou pode ser 
vinculado como um objeto compartilhado dinâmico (.dll). Executar como um binário executável 
autônomo é o modo preferido e é suportado no Linux.
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Este exemplo usa o gRPC para executar o agente. O gRPC é uma estrutura de Chamada de 
Procedimento Remoto (RPC) de alto desempenho de código aberto que pode ser executada em 
qualquer ambiente. Para obter mais informações sobre o gRPC, consute a documentação do 
gRPC.

Para usar o gRPC, execute as seguintes etapas:

a. Defina um serviço em um arquivo.proto.

b. Gere código de servidor e cliente usando o compilador de buffer de protocolo.

c. Use a API gRPC do Python (ou outras linguagens suportadas pelo gRPC) para gravar o 
servidor para seu serviço.

d. Use a API gRPC do Python (ou outros idiomas compatíveis com o gRPC) para gravar o 
servidor para seu serviço.

O artefato de lançamento que você baixou contém um aplicativo gRPC pronto para executar 
o agente. O exemplo está localizado no diretório /bin do seu artefato de lançamento. O 
executável binário sagemaker_edge_agent_binary está nesse diretório.

Para executar o agente com este exemplo, forneça o caminho para o arquivo de soquete (.sock) 
e o arquivo de configuração JSON:

./bin/sagemaker_edge_agent_binary -a /tmp/sagemaker_edge_agent_example.sock -c 
 sagemaker_edge_config.json

2. Verifique seu dispositivo.

Verifique se o dispositivo está conectado e está coletando dados. Fazer verificações periódicas, 
manual ou automaticamente, permite que você verifique se seu dispositivo ou frota está 
funcionando corretamente.

Forneça o nome da frota à qual o dispositivo pertence e o identificador exclusivo do dispositivo. 
A partir da máquina local, execute o seguinte:

sagemaker_client.describe_device( 
    DeviceName=device_name, 
    DeviceFleetName=device_fleet_name
)
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Para o modelo fornecido, você pode ver o nome, a versão do modelo, o horário da última 
amostra e quando a última inferência foi feita.

{  
  "DeviceName": "sample-device", 
  "DeviceFleetName": "demo-device-fleet", 
  "IoTThingName": "sample-thing-name-1", 
  "RegistrationTime": 1600977370, 
  "LatestHeartbeat": 1600977370, 
  "Models":[ 
    { 
        "ModelName": "mobilenet_v2.tar.gz",  
        "ModelVersion": "1.1", 
        "LatestSampleTime": 1600977370, 
        "LatestInference": 1600977370  
    } 
  ]
}

O timestamp fornecido por LastetHeartbeat indica o último sinal recebido do dispositivo.
LatestSampleTime e LatestInference descrevem o carimbo de data/hora da última 
amostra de dados e inferência, respectivamente.

3. Verifique sua frota.

Verifique se sua frota está funcionando com GetDeviceFleetReport. Forneça o nome da 
frota ao qual o dispositivo pertence.

sagemaker_client.get_device_fleet_report( 
    DeviceFleetName=device_fleet_name
)

Para um determinado modelo, você pode ver o nome, a versão do modelo, o horário da amostra 
mais recente e quando a última inferência foi feita, juntamente com o URI do bucket do Amazon 
S3 onde as amostras de dados estão armazenadas.

# Sample output
{ 
 "DeviceFleetName": "sample-device-fleet", 
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 "DeviceFleetArn": "arn:aws:sagemaker:us-west-2:9999999999:device-fleet/sample-
fleet-name", 
 "OutputConfig": { 
              "S3OutputLocation": "s3://fleet-bucket/package_output", 
  }, 
 "AgentVersions":[{"Version": "1.1", "AgentCount": 2}]} 
 "DeviceStats": {"Connected": 2, "Registered": 2},  
 "Models":[{ 
            "ModelName": "sample-model",  
            "ModelVersion": "1.1", 
            "OfflineDeviceCount": 0, 
            "ConnectedDeviceCount": 2, 
            "ActiveDeviceCount": 2,  
            "SamplingDeviceCount": 100 
            }]
}

Configurar dispositivos e frotas

Frotas são coleções de dispositivos agrupados logicamente que você pode usar para coletar e 
analisar dados. Você pode usar o SageMaker Edge Manager para operar modelos de aprendizado 
de máquina em uma frota de câmeras inteligentes, alto-falantes inteligentes, robôs e outros 
dispositivos de ponta.

Crie uma frota e registre seus dispositivos programaticamente com o console AWS SDK for Python 
(Boto3) ou por meio dele. SageMaker

Tópicos

• Criar uma frota

• Registrar um dispositivo

• Verificar status

Criar uma frota

Você pode criar uma frota programaticamente com o AWS SDK for Python (Boto3) ou por meio do 
SageMaker console https://console.aws.amazon.com/sagemaker.
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Criar uma frota (Boto3)

Use a CreateDeviceFleet API para criar uma frota. Especifique um nome para a frota, seu ARN 
do perfil AWS IoT para o campo RoleArn, bem como um URI do Amazon S3 em que você deseja 
que o dispositivo armazene dados de amostra.

Opcionalmente, você pode incluir uma descrição da frota, tags e uma ID da chave AWS KMS.

import boto3

# Create SageMaker client so you can interact and manage SageMaker resources
sagemaker_client = boto3.client("sagemaker", region_name="aws-region")

sagemaker_client.create_device_fleet( 
    DeviceFleetName="sample-fleet-name", 
    RoleArn="arn:aws:iam::999999999:role/rolename", # IoT Role ARN 
    Description="fleet description", 
    OutputConfig={ 
        S3OutputLocation="s3://bucket/", 
        KMSKeyId: "1234abcd-12ab-34cd-56ef-1234567890ab", 
    }, 
        Tags=[ 
        { 
            "Key": "string",  
            "Value" : "string"
         } 
     ],
)

Um alias da função AWS IoT é criado para você quando você cria uma frota de dispositivos. O alias 
da função AWS IoT fornece um mecanismo para dispositivos conectados serem autenticados na 
AWS IoT usando certificados X.509 e obterem credenciais de curta duração da AWS de uma função 
do IAM associada a um alias da função AWS IoT.

Use DescribeDeviceFleet para obter o nome do alias da função e o ARN.

# Print Amazon Resource Name (ARN) and alias that has access  
# to AWS Internet of Things (IoT).
sagemaker_client.describe_device_fleet(DeviceFleetName=device_fleet_name)
['IotRoleAlias']

Use a API DescribeDeviceFleet para obter uma descrição das frotas criadas por você.
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sagemaker_client.describe_device_fleet( 
    DeviceFleetName="sample-fleet-name"
)

Por padrão, ele retorna o nome da frota, o ARN da frota de dispositivos, o URI do bucket do Amazon 
S3, a função do IAM, o alias da função criado em AWS IoT, um timestamp de quando a frota foi 
criada e um timestamp de quando a frota foi modificada pela última vez.

{ "DeviceFleetName": "sample-fleet-name", 
  "DeviceFleetArn": "arn:aws:sagemaker:us-west-2:9999999999:device-fleet/sample-fleet-
name", 
  "IAMRole": "arn:aws:iam::999999999:role/rolename", 
  "Description": "this is a sample fleet", 
  "IoTRoleAlias": "arn:aws:iot:us-west-2:9999999999:rolealias/SagemakerEdge-sample-
fleet-name" 
  "OutputConfig": { 
              "S3OutputLocation": "s3://bucket/folder", 
              "KMSKeyId": "1234abcd-12ab-34cd-56ef-1234567890ab" 
   }, 
   "CreationTime": "1600977370", 
   "LastModifiedTime": "1600977370"}

Criar uma frota (console)

Você pode criar um trabalho de empacotamento do Edge Manager usando o SageMaker console da 
Amazon em https://console.aws.amazon.com/sagemaker.

1. No SageMaker console, escolha Edge Manager e, em seguida, escolha Frotas de dispositivos 
Edge.

2. Escolha Criar frota de dispositivos.

3. Insira um nome para a frota de dispositivos no campo Nome da frota de dispositivos. Escolha
Próximo.
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4. Na página de configuração de saída, especifique o URI do bucket do Amazon S3 em que você 
deseja armazenar dados de amostra da sua frota de dispositivos. Opcionalmente, você também 
pode adicionar uma chave de criptografia selecionando uma AWS KMS chave existente na lista 
suspensa ou inserindo o ARN de uma chave. Selecione Enviar.
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5. Escolha o nome da sua frota de dispositivos para ser redirecionado aos detalhes da frota 
de dispositivos. Esta página exibe o nome da frota de dispositivos, ARN, descrição (se você 
forneceu uma), data em que a frota foi criada, última vez que a frota foi modificada, URI do 
bucket do Amazon S3, AWS KMS ID da chave (se fornecido), AWS IoT alias (se fornecido) 
e função do IAM. Se você adicionou etiquetas, elas aparecem na seção Tags de frota de 
dispositivos.

Registrar um dispositivo

Important

O registro do dispositivo é necessário para usar qualquer parte do SageMaker Edge 
Manager.

Você pode criar uma frota programaticamente com AWS SDK for Python (Boto3) ou por meio do 
SageMaker console em https://console.aws.amazon.com/sagemaker.

Registrar um dispositivo (Boto3)

Para registrar seu dispositivo, primeiro crie e registre um objeto de AWS IoT coisa e configure uma 
função do IAM. SageMaker O Edge Manager aproveita os AWS IoT Core serviços para facilitar a 
conexão entre os dispositivos de borda e a nuvem. Você pode aproveitar a AWS IoT funcionalidade 
existente depois de configurar seus dispositivos para trabalhar com o Edge Manager.
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Para conectar seu dispositivo ao AWS IoT, você precisa criar objetos AWS IoT, criar e registrar um 
certificado de cliente com AWS IoT e criar e configurar a função IAM para seus dispositivos.

Consulte o Guia de conceitos básicos para ver um exemplo detalhado ou o tutorial prático Explore os 
serviços do AWS IoT Core.

Use a API RegisterDevices para registrar seu dispositivo. Forneça o nome da frota da qual você 
deseja que os dispositivos façam parte, bem como um nome para o dispositivo. Opcionalmente, 
você pode adicionar uma descrição ao dispositivo, às tags e ao nome do AWS IoT item associado ao 
dispositivo.

sagemaker_client.register_devices( 
    DeviceFleetName="sample-fleet-name", 
    Devices=[ 
        {           
            "DeviceName": "sample-device-1", 
            "IotThingName": "sample-thing-name-1", 
            "Description": "Device #1"
        } 
     ], 
     Tags=[ 
        { 
            "Key": "string",  
            "Value" : "string"
         } 
     ],
)

Registrar um dispositivo (console)

Você pode registrar seu dispositivo usando o SageMaker console em https://
console.aws.amazon.com/sagemaker.

1. No SageMaker console, escolha Edge Inference e, em seguida, escolha Escolher dispositivos 
Edge.

2. Escolha Registrar dispositivo.
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3. Na seção Propriedades do dispositivo, insira o nome da frota à qual o dispositivo pertence no 
campo Nome da frota do dispositivo. Escolha Próximo.

4. Na seção Origem do dispositivo, adicione seus dispositivos um por um. Você deve incluir um
nome de dispositivo para cada dispositivo em sua frota. Opcionalmente, você pode fornecer uma 
descrição (no campo Descrição) e um nome de objeto da Internet das Coisas (IoT) (no campo
Nome da IoT). Escolha Enviar depois de adicionar todos os seus dispositivos.

A página Dispositivos exibe o nome do dispositivo que você adicionou, a frota à qual ele 
pertence, quando foi registrado, a última pulsação e a descrição e o nome AWS IoT, se você 
tiver fornecido um.

Escolha um dispositivo para ver os detalhes do dispositivo, incluindo nome do dispositivo, frota, 
ARN, descrição, nome de Coisas de IoT, quando o dispositivo foi registrado e a última pulsação.
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Verificar status

Verifique se o seu dispositivo ou frota está conectado e coletando dados. Fazer verificações 
periódicas, manual ou automaticamente, permite que você verifique se seu dispositivo ou frota está 
funcionando corretamente.

Use o console do Amazon S3 em https://console.aws.amazon.com/s3/ para escolher interativamente 
uma frota para uma verificação de status. Você também pode usar o AWS SDK for Python (Boto3) 
A seguir descrevemos diferentes APIs do Boto3 que você pode usar para verificar o status do seu 
dispositivo ou frota. Use a API que melhor se adapta ao seu caso de uso.

• Verifique um dispositivo individual.

Para verificar o status de um dispositivo individual, use a API DescribeDevice. Uma lista 
contendo um ou mais modelos é fornecida se um modelo tiver sido implantado no dispositivo.

sagemaker_client.describe_device( 
    DeviceName="sample-device-1", 
    DeviceFleetName="sample-fleet-name"
)

Executando as devoluções DescribeDevice:

{ "DeviceName": "sample-device". 
  "Description": "this is a sample device", 
  "DeviceFleetName": "sample-device-fleet", 
  "IoTThingName": "SampleThing", 
  "RegistrationTime": 1600977370, 
  "LatestHeartbeat": 1600977370, 
  "Models":[ 
        { 
         "ModelName": "sample-model",  
         "ModelVersion": "1.1", 
         "LatestSampleTime": 1600977370, 
         "LatestInference": 1600977370  
        } 
   ]
}

• Verifique uma frota de dispositivos.
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Para checar o status da frota, use a API GetDeviceFleetReport. Forneça o nome da frota de 
dispositivos para obter um resumo da frota.

sagemaker_client.get_device_fleet_report( 
    DeviceFleetName="sample-fleet-name"
)

• Verifique se há pulsação.

Cada dispositivo dentro de uma frota gera periodicamente um sinal, ou “pulsação”. A pulsação 
pode ser usada para verificar se o dispositivo está se comunicando com o Edge Manager. Se o 
timestamp da última pulsação não estiver sendo atualizado, o dispositivo pode estar falhando.

Verifique a última pulsação feita por um dispositivo com a DescribeDevice API. Especifique o 
nome do dispositivo e a frota à qual o dispositivo de borda pertence.

sagemaker_client.describe_device( 
    DeviceName="sample-device-1", 
    DeviceFleetName="sample-fleet-name"
)

Pacote de modelos

SageMaker As tarefas de empacotamento do Edge Manager usam modelos SageMaker compilados 
pelo Amazon Neo e fazem as alterações necessárias para implantar o modelo com o mecanismo de 
inferência, o agente do Edge Manager.

Tópicos

• Pré-requisitos

• Package a Model (Amazon SageMaker Console)

• Empacote um modelo (Boto3)

Pré-requisitos

Para empacotar um modelo, você deve fazer o seguinte:

1. Compile seu modelo de aprendizado de máquina com SageMaker o Neo.
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Se você ainda não fez isso, compile seu modelo com o SageMaker Neo. Para obter mais 
informações sobre como compilar seu modelo, consulte Compilar e implantar modelos com 
o Neo. Se você é usuário do SageMaker Neo pela primeira vez, consulte Introdução aos 
dispositivos Neo Edge.

2. Obtenha o nome do seu trabalho de compilação.

Forneça o nome do trabalho de compilação que você usou ao compilar seu modelo com 
SageMaker o Neo. Abra o SageMaker console em https://console.aws.amazon.com/sagemaker/
e escolha Trabalhos de compilação para encontrar uma lista das compilações que foram 
enviadas à sua AWS conta. Os nomes dos trabalhos de compilação enviados estão na coluna
Nome.

3. Obtenha seu ARN do IAM.

Você precisa de um Amazon Resource Name (ARN) de uma função do IAM que você possa 
usar para baixar e carregar o modelo e entrar em contato com SageMaker a Neo.

Use um dos seguintes métodos para obter um ARN do IAM:

• Programaticamente com o Python SDK SageMaker

import sagemaker

# Initialize SageMaker Session object so you can interact with AWS resources
sess = sagemaker.Session()

# Get the role ARN  
role = sagemaker.get_execution_role()

print(role)
>> arn:aws:iam::<your-aws-account-id>:role/<your-role-name>

Para obter mais informações sobre como usar o SDK do SageMaker Python, consulte a API 
do SDK do PythonSageMaker .

• Uso do console do (IAM) AWS Identity and Access Management

Navegue até o console do IAM em https://console.aws.amazon.com/iam/. Na seção Recursos
do IAM, escolha Funções para ver uma lista de funções em sua conta AWS. Selecione 
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ou crie uma função que tenha AmazonSageMakerFullAccess, AWSIoTFullAccess e
AmazonS3FullAccess.

Para obter mais informações sobre IAM, consulte O que é IAM?

4. Tenha um URI de bucket do S3.

Você precisa ter pelo menos um URI de bucket do Amazon Simple Storage Service (Amazon 
S3) para armazenar seu modelo compilado pelo NEO, a saída do trabalho de empacotamento 
do Edge Manager e dados de amostra da sua frota de dispositivos.

Use um dos métodos a seguir para criar um bucket do Amazon S3:

• Programaticamente com o Python SDK SageMaker

Você pode usar o bucket padrão do Amazon S3 durante uma sessão. Um bucket padrão é 
criado com base no seguinte formato: sagemaker-{region}-{aws-account-id}. Para 
criar um bucket padrão com o SDK do SageMaker Python, use o seguinte:

import sagemaker

session=sagemaker.create_session()

bucket=session.default_bucket()

• Usar o console do Amazon S3

Abra o console do Amazon S3 em https://console.aws.amazon.com/s3/ e consulte Como faço 
para criar um bucket do S3? para step-by-step obter instruções.

Package a Model (Amazon SageMaker Console)

Você pode criar um trabalho de empacotamento do SageMaker Edge Manager usando o SageMaker 
console em https://console.aws.amazon.com/sagemaker/. Antes de continuar, certifique-se de ter 
satisfeito com o Pré-requisitos.

1. No SageMaker console, escolha Edge Inference e, em seguida, escolha Edge packaging jobs, 
conforme mostrado na imagem a seguir.
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2. Na página Propriedades do trabalho, insira um nome para seu trabalho de empacotamento 
em Nome do trabalho de empacotamento do Edge. Observe que os nomes de tarefas de 
empacotamento do Edge Manager diferenciam maiúsculas e minúsculas. Nomeie seu modelo e 
forneça uma versão: insira isso em Nome do modelo e Versão do modelo, respectivamente.

3. Em seguida, selecione uma função do IAM. Você pode escolher uma função ou deixar AWS 
criar uma função para você. Opcionalmente, você pode especificar um ARN da chave de recurso
e Tags de trabalho.

4. Escolha Próximo.
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5. Especifique o nome do trabalho de compilação que você usou ao compilar seu modelo com 
SageMaker o Neo no campo Nome do trabalho de compilação. Escolha Próximo.
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6. Na página de Configuração de saída, insira o URI do bucket do Amazon S3 no qual você deseja 
armazenar a saída do trabalho de empacotamento.

A coluna Status na página de trabalhos de empacotamento do Edge deve ser EM 
ANDAMENTO. Quando o trabalho de empacotamento for concluído, o status será atualizado 
para CONCLUÍDO.

Selecionar um trabalho de empacotamento direciona você para as configurações desse 
trabalho. A seção Configurações do trabalho exibe o nome do trabalho, o ARN, o status, o 
horário de criação, o horário da última modificação, a duração do trabalho de empacotamento e 
o ARN do perfil.

A seção Configuração da entrada exibe a localização dos artefatos do modelo, a configuração 
de entrada de dados e a estrutura de machine learning do modelo.
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A seção Configuração de saída exibe o local de saída do trabalho de empacotamento, o 
dispositivo de destino para o qual o modelo foi compilado e todas as tags que você criou.

7. Escolha o nome da sua frota de dispositivos para ser redirecionado aos detalhes da frota 
de dispositivos. Esta página exibe o nome da frota de dispositivos, ARN, descrição (se você 
forneceu uma), data em que a frota foi criada, última vez que a frota foi modificada, URI do 
bucket do Amazon S3, AWS KMS ID da chave (se fornecido), AWS IoT alias (se fornecido) 
e função do IAM. Se você adicionou etiquetas, elas aparecem na seção Tags de frota de 
dispositivos.

Empacote um modelo (Boto3)

Você pode criar um trabalho de empacotamento do SageMaker Edge Manager com AWS SDK for 
Python (Boto3) o. Antes de continuar, certifique-se de ter satisfeito com o Pré-requisitos.

Para solicitar um trabalho de empacotamento do Edge, use CreateEdgePackagingJob. Você 
precisa fornecer um nome para seu trabalho de empacotamento de borda, o nome do seu trabalho 
de compilação SageMaker Neo, seu nome de recurso da Amazon (ARN) da sua função, um nome 
para seu modelo, uma versão para seu modelo e o URI do bucket do Amazon S3 onde você deseja 
armazenar a saída do seu trabalho de empacotamento. Observe que os nomes dos trabalhos de 
empacotamento do Edge Manager e os nomes dos trabalhos de compilação do SageMaker Neo 
diferenciam maiúsculas de minúsculas.

# Import AWS SDK for Python (Boto3)
import boto3

# Create Edge client so you can submit a packaging job
sagemaker_client = boto3.client("sagemaker", region_name='aws-region')

sagemaker_client.create_edge_packaging_job( 
    EdgePackagingJobName="edge-packaging-name", 
    CompilationJobName="neo-compilation-name", 
    RoleArn="arn:aws:iam::99999999999:role/rolename", 
    ModelName="sample-model-name", 
    ModelVersion="model-version", 
    OutputConfig={ 
        "S3OutputLocation": "s3://your-bucket/", 
    }
)
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Você pode verificar o status de um trabalho de empacotamento de borda usando
DescribeEdgePackagingJob e fornecendo o nome do trabalho de empacotamento de borda que 
diferencia maiúsculas de minúsculas:

response = sagemaker_client.describe_edge_packaging_job( 
                                    EdgePackagingJobName="edge-packaging-name")

Isso retorna um dicionário que pode ser usado para pesquisar o status do trabalho de 
empacotamento:

# Optional - Poll every 30 sec to check completion status
import time

while True: 
    response = sagemaker_client.describe_edge_packaging_job( 
                                         EdgePackagingJobName="edge-packaging-name") 
     
    if response['EdgePackagingJobStatus'] == 'Completed': 
        break 
    elif response['EdgePackagingJobStatus'] == 'Failed': 
        raise RuntimeError('Packaging job failed') 
    print('Packaging model...') 
    time.sleep(30)
print('Done!')

Para obter uma lista de trabalhos de empacotamento, use ListEdgePackagingJobs. Você pode 
usar essa API para pesquisar um trabalho de empacotamento específico. Forneça um nome parcial 
para filtrar os nomes dos trabalhos de empacotamento para NameContains, um nome parcial 
de ModelNameContains para filtrar os trabalhos nos quais o nome do modelo contém o nome 
fornecido. Especifique também com qual coluna classificar SortBy e por qual direção classificar
SortOrder (Ascending ou Descending).

sagemaker_client.list_edge_packaging_jobs( 
    "NameContains": "sample", 
    "ModelNameContains": "sample", 
    "SortBy": "column-name", 
    "SortOrder": "Descending"
)     
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Para interromper um trabalho de empacotamento, use StopEdgePackagingJob e forneça o nome 
do seu trabalho de empacotamento do Edge.

sagemaker_client.stop_edge_packaging_job( 
        EdgePackagingJobName="edge-packaging-name"
)

Para obter uma lista completa das APIs do Edge Manager, consulte a documentação do Boto3.

O agente do Edge Manager

O agente do Edge Manager é um mecanismo de inferência para seus dispositivos Edge. Use o 
agente para fazer previsões com modelos carregados em seus dispositivos Edge. O agente também 
coleta métricas do modelo e captura dados em intervalos específicos. Os dados de amostra são 
armazenados no bucket do Amazon S3.

Há dois métodos para instalar e implantar o agente do Edge Manager em seus dispositivos Edge:

1. Faça o download do agente como um binário do bucket de lançamento do Amazon S3. Para ter 
mais informações, consulte Baixe e configure o agente do Edge Manager manualmente.

2. Use o consoole V2 AWS IoT Greengrass ou o AWS CLI para implantar
aws.greengrass.SageMakerEdgeManager. Consulte Criar os componentes do V2 AWS IoT 
Greengrass.

Baixe e configure o agente do Edge Manager manualmente

Baixe o agente do Edge Manager com base em seu sistema operacional, arquitetura e região AWS. 
O agente é atualizado periodicamente, então você tem a opção de escolher seu agente com base 
nas datas e versões de lançamento. Depois de ter o agente, crie um arquivo de configuração JSON. 
Especifique o nome do dispositivo de IoT, o nome da frota, as credenciais do dispositivo e outros 
pares de valores-chave. Veja Instalando o agente do Edge Manager a lista completa das chaves que 
você deve especificar no arquivo de configuração. Você pode executar o agente como um binário 
executável ou vinculá-lo como um objeto compartilhado dinâmico (DSO).

Como o agente trabalha

O agente é executado na CPU dos seus dispositivos. O agente executa inferência na framework e 
no hardware do dispositivo de destino que você especificou durante o trabalho de compilação. Por 
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exemplo, se você compilou seu modelo para o Jetson Nano, o agente oferece suporte à GPU no
Tempo de execução do aprendizado profundo (Deep Learning Runtime, DLR) fornecido.

O agente é lançado em formato binário para sistemas operacionais compatíveis. Verifique se seu 
sistema operacional é compatível e atende aos requisitos mínimos de sistema operacional na tabela 
a seguir:

Linux

Versão: Ubuntu 18.04

Formatos binários suportados: x86-64 bits (binário ELF) e ARMv8 64 bits (binário ELF)

Windows

Versão: Windows 10 versão 1909

Formatos binários suportados: x86-32 bits (DLL) e x86-64 bits (DLL)

Instalando o agente do Edge Manager

Para usar o agente do Edge Manager, primeiro você deve obter os artefatos de lançamento e 
um certificado raiz. Os artefatos de lançamento são armazenados em um bucket do Amazon S3 
na região us-west-2. Para baixar os artefatos, especifique seu sistema operacional (<OS>) e o
<VERSION>.

Com base no seu sistema operacional, <OS> substitua por um dos seguintes procedimentos:

Windows 32 bits Windows 64 bits Linux x86-64 Linux ARMv8

windows-x86 windows-x64 linux-x64 linux-armv8

O VERSION é dividido em três componentes: <MAJOR_VERSION>.<YYYY-MM-DD>-<SHA-7>, onde:

• <MAJOR_VERSION>: a versão de lançamento. A versão de lançamento está atualmente definida 
como 1.

• <YYYY-MM-DD>: a carimbo de data/hora da liberação do artefato.

• <SHA-7>: o ID de confirmação do repositório a partir do qual a versão foi criada.
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Você deve fornecer o <MAJOR_VERSION> e o carimbo de data/hora no formato YYYY-MM-DD. 
Sugerimos que você use o carimbo de data/hora de lançamento do artefato mais recente.

Execute o seguinte na sua linha de comando para obter o carimbo de data/hora mais recente. 
Substitua <OS> pelo seu sistema operacional:

aws s3 ls s3://sagemaker-edge-release-store-us-west-2-<OS>/Releases/ | sort -r

Por exemplo, se você tiver um sistema operacional Windows de 32 bits, execute:

aws s3 ls s3://sagemaker-edge-release-store-us-west-2-windows-x86/Releases/ | sort -r

Isso retorna:

2020-12-01 23:33:36 0  

                    PRE 1.20201218.81f481f/ 
                    PRE 1.20201207.02d0e97/

A saída de retorno neste exemplo mostra dois artefatos de lançamento. O primeiro arquivo de 
artefato de lançamento indica que a versão de lançamento tem uma versão principal de 1, um 
carimbo de data/hora 20201218 (no formato AAAA-MM-DD) e um ID de confirmação SHA-7.
81f481f

Note

O comando anterior pressupõe que você tenha configurado o AWS Command Line Interface. 
Para obter mais informações sobre como definir as configurações que o AWS CLI usa para 
interagir AWS, consulte Configurando a CLI AWS.

Com base no seu sistema operacional, use os seguintes comandos para instalar os artefatos:

Windows 32-bit

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x86/
Releases/<VERSION>/<VERSION>.zip .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x86/
Releases/<VERSION>/sha256_hex.shasum .
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Windows 64-bit

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x64/
Releases/<VERSION>/<VERSION>.zip .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-windows-x64/
Releases/<VERSION>/sha256_hex.shasum .

Linux x86-64

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/
Releases/<VERSION>/<VERSION>.tgz .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-x64/Releases/<VERSION>/
sha256_hex.shasum .

Linux ARMv8

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-armv8/
Releases/<VERSION>/<VERSION>.tgz .
aws s3 cp s3://sagemaker-edge-release-store-us-west-2-linux-armv8/
Releases/<VERSION>/sha256_hex.shasum .

Você também deve baixar um certificado raiz. Esse certificado valida os artefatos do modelo 
assinados por AWS antes de carregá-los em seus dispositivos Edge.

Substitua o <OS> correspondente à sua plataforma na lista de sistemas operacionais compatíveis e
<REGION> substitua pela sua AWS região.

aws s3 cp s3://sagemaker-edge-release-store-us-west-2-<OS>/
Certificates/<REGION>/<REGION>.pem .

Instalando o agente do Edge Manager

Você pode executar o agente do SageMaker Edge Manager como um processo independente na 
forma de um binário executável de formato executável e vinculável (ELF) ou vincular a ele como 
um objeto compartilhado dinâmico (.dll). O Linux suporta executá-lo como um binário executável 
independente e é o modo preferido. O Windows oferece suporte para executá-lo como um objeto 
compartilhado (.dll).

No Linux, recomendamos que você execute o binário por meio de um serviço que faz parte do seu 
sistema initialization (init). Se quiser executar o binário diretamente, você pode fazê-lo em um 
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terminal, conforme mostrado no exemplo a seguir. Se você tiver um sistema operacional moderno, 
não serão necessárias outras instalações antes de executar o agente, pois todos os requisitos 
são incorporados estaticamente no executável. Isso lhe dá flexibilidade para executar o agente no 
terminal, como um serviço ou dentro de um contêiner.

Para executar o agente, crie um arquivo de configuração JSON. Especifique os seguintes pares de 
chave-valor:

• sagemaker_edge_core_device_name: o nome do dispositivo. Esse nome de dispositivo 
precisa ser registrado junto com a frota de dispositivos no console do SageMaker Edge Manager.

• sagemaker_edge_core_device_fleet_name: o nome da frota ao qual o dispositivo pertence.

• sagemaker_edge_core_region: a região AWS associada ao dispositivo, à frota e aos buckets 
do Amazon S3. Isso corresponde à região em que o dispositivo está registrado e onde o bucket do 
Amazon S3 é criado (espera-se que sejam os mesmos). Os modelos em si podem ser compilados 
com SageMaker o Neo em uma região diferente, essa configuração não está relacionada à região 
de compilação do modelo.

• sagemaker_edge_core_root_certs_path: o caminho absoluto da pasta para os certificados 
raiz. Isso é usado para validar o dispositivo com a conta AWS relevante.

• sagemaker_edge_provider_aws_ca_cert_file: O caminho absoluto para o certificado 
Amazon Root CA (AmazonRootCA1.pem). Isto é usado para validar o dispositivo com a conta 
AWS relevante. AmazonCA é um certificado de propriedade de AWS.

• sagemaker_edge_provider_aws_cert_file: o caminho absoluto para o certificado raiz de 
assinatura AWS IoT (*.pem.crt).

• sagemaker_edge_provider_aws_cert_pk_file: o caminho absoluto para a chave privada 
AWS IoT. (*.pem.key).

• sagemaker_edge_provider_aws_iot_cred_endpoint: o endpoint de AWS IoT credenciais 
(identificador.iot.região.amazonaws.com). Esse endpoint é usado para validação de 
credenciais. Consulte Conectar dispositivos ao AWS IoT para obter mais informações.

• sagemaker_edge_provider_provider: indica a implementação da interface do provedor 
que está sendo usada. A interface do provedor se comunica com os serviços de rede final 
para uploads, pulsações e validação de registro. Por padrão, isso é definido como "Aws". Nós 
permitimos implementações personalizadas da interface do provedor. Ele pode ser definido como
None para nenhum provedor ou Custom para implementação personalizada com o caminho 
relevante do objeto compartilhado fornecido.
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• sagemaker_edge_provider_provider_path: fornece o caminho absoluto para o objeto 
compartilhado de implementação do provedor. (arquivo.so ou.dll). O arquivo .dll ou .so do provedor
"Aws" é fornecido com a versão do agente. Este campo é obrigatório.

• sagemaker_edge_provider_s3_bucket_name: o nome do bucket do Amazon S3 (não o URI 
do bucket do Amazon S3). O bucket deve ter uma string sagemaker em seu nome.

• sagemaker_edge_log_verbose (Booliano): opcional. Isso define o registro de depuração. 
Selecione um True ou False.

• sagemaker_edge_telemetry_libsystemd_path: somente para Linux, systemd implementa 
a métrica do contador de falhas do agente. Defina o caminho absoluto do libsystemd para ativar a 
métrica do contador de falhas. Você pode descobrir que o caminho padrão do libsystemd pode ser 
encontrado executando whereis libsystemd no terminal do dispositivo.

• sagemaker_edge_core_capture_data_destination: o destino para o upload dos dados 
de captura. Escolha "Cloud" ou "Disk". O padrão é definido como "Disk". Configurá-lo para
"Disk" gravar o(s) tensor(es) de entrada e saída e os dados auxiliares no sistema de arquivos 
local em sua localização preferida. Ao escrever para "Cloud" usar o nome do bucket do Amazon 
S3 fornecido na sagemaker_edge_provider_s3_bucket_name configuração.

• sagemaker_edge_core_capture_data_disk_path: defina o caminho absoluto no sistema 
de arquivos local, no qual os arquivos de dados de captura são gravados quando "Disk" for o 
destino. Esse campo não é usado quando "Cloud" for especificado como destino.

• sagemaker_edge_core_folder_prefix: o prefixo principal no Amazon S3 em que os dados 
capturados são armazenados quando você "Cloud" especifica como destino dos dados de 
captura (sagemaker_edge_core_capture_data_disk_path). Os dados capturados são 
armazenados em uma subpasta em sagemaker_edge_core_capture_data_disk_path se
"Disk" estiver definido como o destino dos dados.

• sagemaker_edge_core_capture_data_buffer_size (Valor inteiro): o tamanho do buffer 
circular dos dados de captura. Indica o número máximo de solicitações armazenadas no buffer.

• sagemaker_edge_core_capture_data_batch_size (Valor inteiro): o 
tamanho do lote de dados de captura. Indica o tamanho de um lote de solicitações 
que são tratadas a partir do buffer. Esse valor deve ser igual ou menor que
sagemaker_edge_core_capture_data_buffer_size. Recomenda-se no máximo metade do 
tamanho do buffer para o tamanho do lote.

• sagemaker_edge_core_capture_data_push_period_seconds (Valor inteiro): o período 
de envio dos dados de captura em segundos. Um lote de solicitações no buffer é tratado quando 
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há solicitações de tamanho de lote no buffer ou quando esse período é concluído (o que ocorrer 
primeiro). Essa configuração define esse período de tempo.

• sagemaker_edge_core_capture_data_base64_embed_limit: o limite para carregar dados 
de captura em bytes. Valor inteiro.

O arquivo de configuração deve ser semelhante ao exemplo a seguir (com seus valores específicos 
especificados). Este exemplo usa o AWS provedor padrão ("Aws") e não especifica um upload 
periódico.

{ 
    "sagemaker_edge_core_device_name": "device-name", 
    "sagemaker_edge_core_device_fleet_name": "fleet-name", 
    "sagemaker_edge_core_region": "region", 
    "sagemaker_edge_core_root_certs_path": "<Absolute path to root certificates>", 
    "sagemaker_edge_provider_provider": "Aws", 
    "sagemaker_edge_provider_provider_path" : "/path/to/libprovider_aws.so", 
    "sagemaker_edge_provider_aws_ca_cert_file": "<Absolute path to Amazon Root CA 
 certificate>/AmazonRootCA1.pem", 
    "sagemaker_edge_provider_aws_cert_file": "<Absolute path to AWS IoT signing root 
 certificate>/device.pem.crt", 
    "sagemaker_edge_provider_aws_cert_pk_file": "<Absolute path to AWS IoT private 
 key.>/private.pem.key", 
    "sagemaker_edge_provider_aws_iot_cred_endpoint": "https://<AWS IoT Endpoint 
 Address>", 
    "sagemaker_edge_core_capture_data_destination": "Cloud", 
    "sagemaker_edge_provider_s3_bucket_name": "sagemaker-bucket-name", 
    "sagemaker_edge_core_folder_prefix": "Amazon S3 folder prefix", 
    "sagemaker_edge_core_capture_data_buffer_size": 30, 
    "sagemaker_edge_core_capture_data_batch_size": 10, 
    "sagemaker_edge_core_capture_data_push_period_seconds": 4000, 
    "sagemaker_edge_core_capture_data_base64_embed_limit": 2, 
    "sagemaker_edge_log_verbose": false
}

O artefato de lançamento inclui um executável binário chamado sagemaker_edge_agent_binary
no /bin diretório. Para executar o binário, use o -a sinalizador para criar um descritor de arquivo de 
soquete (.sock) em um diretório de sua escolha e especifique o caminho do arquivo de configuração 
JSON do agente que você criou com o sinalizador -c.

./sagemaker_edge_agent_binary -a <ADDRESS_TO_SOCKET> -c <PATH_TO_CONFIG_FILE>
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O exemplo a seguir mostra o trecho de código com um diretório e um caminho de arquivo 
especificados:

./sagemaker_edge_agent_binary -a /tmp/sagemaker_edge_agent_example.sock -c 
 sagemaker_edge_config.json

Neste exemplo, um descritor de arquivo de soquete chamado
sagemaker_edge_agent_example.sock é criado no /tmp diretório e aponta para 
um arquivo de configuração que está no mesmo diretório de trabalho do agente chamado
sagemaker_edge_config.json.

Implante o pacote de modelos e o agente do Edge Manager com AWS IoT Greengrass

SageMaker O Edge Manager integra a AWS IoT Greengrass versão 2 para simplificar o acesso, a 
manutenção e a implantação do agente e modelo do Edge Manager em seus dispositivos. Sem a 
AWS IoT Greengrass V2, configurar seus dispositivos e frotas para usar o SageMaker Edge Manager 
exige que você copie manualmente o agente do Edge Manager de um bucket de lançamento do 
Amazon S3. Você usa o agente para fazer previsões com modelos carregados em seus dispositivos 
Edge. Com a integração AWS IoT Greengrass V2 e SageMaker Edge Manager, você pode usar 
componentes AWS IoT Greengrass V2. Os componentes são módulos de software pré-construídos 
que podem conectar seus dispositivos Edge a AWS serviços ou serviços de terceiros por meio do 
AWS IoT Greengrass.

Você deve instalar o software AWS IoT Greengrass Core em seus dispositivos se quiser usar 
V2 AWS IoT Greengrass para implantar o agente do Edge Manager e seu modelo. Para obter 
mais informações sobre os requisitos do dispositivo e como configurar seus dispositivos, consulte
Configurando dispositivos AWS IoT Greengrass principais na documentação do AWS IoT 
Greengrass.

Você usa os três componentes a seguir para implantar o agente do Edge Manager:

• Um componente público pré-construído: SageMaker mantém o componente público do Edge 
Manager.

• Um componente privado gerado automaticamente: o componente privado é gerado 
automaticamente quando você empacota seu modelo de machine learning com a API
CreateEdgePackagingJob e especifica GreengrassV2Component para o campo API do Edge 
Manager PresetDeploymentType.

• Um componente personalizado: esse é o aplicativo de inferência responsável por pré-processar e 
fazer inferências em seu dispositivo. Você deve criar esse componente. Consulte a documentação 
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do SageMaker Edge Manager ou Criar AWS IoT Greengrass componentes personalizados na 
AWS IoT Greengrass documentação para obter mais informações sobre como criar componentes 
personalizados. Crie um componente personalizado do Hello World

Pré-requisitos

SageMaker O Edge Manager usa a AWS IoT Greengrass V2 para simplificar a implantação do 
agente do Edge Manager, seus modelos de aprendizado de máquina e seu aplicativo de inferência 
em seus dispositivos com o uso de componentes. Para facilitar a manutenção de suas funções 
do IAM AWS, o Edge Manager permite que você reutilize seu alias de AWS IoT função existente. 
Se você ainda não tiver um, o Edge Manager gera um alias de função como parte do trabalho de 
empacotamento do Edge Manager. Você não precisa mais associar um alias de função gerado a 
partir da tarefa de empacotamento do SageMaker Edge Manager à sua AWS IoT função.

Antes de começar, você deve concluir os seguintes pré-requisitos:

1. Instale o software do AWS IoT Greengrass Core. Para obter informações detalhadas, consulte
Instalar o software AWS IoT Greengrass principal.

2. Configure a V2 AWS IoT Greengrass. Para obter mais informações, consulte Instalar o software 
AWS IoT Greengrass principal com provisionamento manual de recursos.

Note

• Certifique-se de que o nome da coisa AWS IoT esteja todo em minúsculas e não 
contenha caracteres, exceto (opcionalmente) traços (‐).

• A função do IAM deve começar com SageMaker*

3. Anexe a permissão e a política em linha a seguir à função do IAM criada durante a configuração 
da V2 AWS IoT Greengrass.

• Navegue até o console do IAM https://console.aws.amazon.com/iam/.

• Pesquise a função que você criou digitando o nome da função no campo Pesquisa.

• Escolha sua função.

• Em seguida, escolha Anexar políticas.

• Pesquise por AmazonSageMakerEdgeDeviceFleetPolicy.

• Selecionar AmazonSageMakerFullAccess(essa é uma etapa opcional que facilita a reutilização 
dessa função do IAM na compilação e empacotamento do modelo).
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• Adicione as permissões necessárias à política de permissões de uma função, não anexe 
políticas embutidas aos usuários do IAM.

{ 
    "Version":"2012-10-17", 
    "Statement":[ 
      { 
        "Sid":"GreengrassComponentAccess", 
        "Effect":"Allow", 
        "Action":[ 
            "greengrass:CreateComponentVersion", 
            "greengrass:DescribeComponent" 
        ], 
        "Resource":"*" 
       } 
    ]
}

• Escolha Anexar política.

• Escolha Relações de confiança.

• Selecione Edit trust relationship (Editar relação de confiança).

• Substitua o conteúdo pelo seguinte.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "credentials.iot.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    }, 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    } 
  ]
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}

4. Crie uma frota de dispositivos do Edge Manager. Para obter informações sobre como criar uma 
frota, consulte Configurar dispositivos e frotas.

5. Registre seu dispositivo com o mesmo nome do seu nome da coisa AWS IoT criado durante a 
configuração da V2 AWS IoT Greengrass.

6. Crie pelo menos um AWS IoT Greengrass componente privado personalizado. Esse componente 
é o aplicativo que executa a inferência no dispositivo. Para obter mais informações, consulte Crie 
um componente personalizado do Hello World.

Note

• O SageMaker Edge Manager e a AWS IoT Greengrass integração só funcionam para a 
AWS IoT Greengrass v2.

• O nome da coisa AWS IoT e o nome do dispositivo do Edge Manager devem ser os 
mesmos.

• SageMaker O Edge Manager não carrega AWS IoT certificados locais e chama 
diretamente o endpoint do provedor de AWS IoT credenciais. Em vez disso, o SageMaker 
Edge Manager usa a AWS IoT Greengrass v2 TokenExchangeService e busca uma 
credencial temporária de um endpoint TES.

Criar os componentes do V2 AWS IoT Greengrass

AWS IoT Greengrass usa componentes, um módulo de software que é implantado e executado em 
um dispositivo de núcleo AWS IoT Greengrass. Você precisa (no mínimo) de três componentes:

1. Um AWS IoT Greengrass componente público do agente do Edge Manager que implanta o Edge 
Manager agentbinary.

2. Um componente de modelo que é gerado automaticamente quando você empacota seu modelo 
de aprendizado de máquina com a AWS SDK for Python (Boto3) API ou com o SageMaker 
console. Para obter mais informações, consulte Crie um componente gerado automaticamente.

3. Um componente privado e personalizado para implementar o aplicativo cliente do agente do Edge 
Manager e fazer qualquer pré-processamento e pós-processamento dos resultados da inferência. 
Para obter mais informações sobre como criar um componente personalizado, consulte Crie um 
componente gerado automaticamente Criar componentes personalizados AWS IoT Greengrass.
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Crie um componente gerado automaticamente

Gere o componente do modelo com a CreateEdgePackagingJobAPI e especifique
GreengrassV2Component para o campo API do trabalho de empacotamento do SageMaker 
Edge ManagerPresetDeploymentType. Quando você chama a CreateEdgePackagingJob
API, o Edge Manager pega seu modelo SageMaker Neo-compilado no Amazon S3 e cria um 
componente de modelo. O componente do modelo é armazenado automaticamente em sua 
conta. Você pode visualizar qualquer um dos seus componentes navegando até o console do 
AWS IoT https://console.aws.amazon.com/iot/. Selecione Greengrass e, em seguida, selecione
dispositivos de núcleo. A página tem uma lista dos AWS IoT Greengrass principais dispositivos 
associados à sua conta. Se o nome de um componente do modelo não for especificado em
PresetDeploymentConfig, o nome padrão gerado consistirá em "SagemakerEdgeManager"
e no nome do seu trabalho de empacotamento do agente do Edge Manager. O exemplo a seguir 
demonstra como especificar que o Edge Manager crie um componente V2 AWS IoT Greengrass com 
a API CreateEdgePackagingJob.

import sagemaker
import boto3

# Create a SageMaker client object to make it easier to interact with other AWS 
 services.
sagemaker_client = boto3.client('sagemaker', region=<YOUR_REGION>)

# Replace with your IAM Role ARN
sagemaker_role_arn = "arn:aws:iam::<account>:role/*"

# Replace string with the name of your already created S3 bucket.
bucket = 'edge-manager-demo-bucket'

# Specify a name for your edge packaging job.
edge_packaging_name = "edge_packag_job_demo"  

# Replace the following string with the name you used for the SageMaker Neo compilation 
 job.
compilation_job_name = "getting-started-demo"  

# The name of the model and the model version.
model_name = "sample-model"  
model_version = "1.1"

# Output directory in S3 where you want to store the packaged model.

O agente do Edge Manager 4673

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEdgePackagingJob.html
https://console.aws.amazon.com/greengrass/


Amazon SageMaker Guia do Desenvolvedor

packaging_output_dir = 'packaged_models'  
packaging_s3_output = 's3://{}/{}'.format(bucket, packaging_output_dir)

# The name you want your Greengrass component to have.
component_name = "SagemakerEdgeManager" + edge_packaging_name

sagemaker_client.create_edge_packaging_job( 
                    EdgePackagingJobName=edge_packaging_name, 
                    CompilationJobName=compilation_job_name, 
                    RoleArn=sagemaker_role_arn, 
                    ModelName=model_name, 
                    ModelVersion=model_version, 
                    OutputConfig={ 
                        "S3OutputLocation": packaging_s3_output, 
                        "PresetDeploymentType":"GreengrassV2Component", 
                        "PresetDeploymentConfig":"{\"ComponentName\":\"sample-
component-name\", \"ComponentVersion\":\"1.0.2\"}" 
                        } 
                    )

Você também pode criar o componente gerado automaticamente com o SageMaker console. Seguir 
as etapas de 1 a 6 em Package a Model (Amazon SageMaker Console)

Insira o URI do bucket do Amazon S3 em que deseja armazenar a saída do trabalho de 
empacotamento e a chave de criptografia opcional.

Preencha o seguinte para criar o componente do modelo:

1. Escolha Implantação predefinida.

2. Especifique o nome do componente no campo Nome do componente.

3. Opcionalmente, forneça uma descrição do componente, da versão do componente, do sistema 
operacional da plataforma ou da arquitetura da plataforma para a descrição do componente, 
a versão do componente, o sistema operacional da plataforma e a arquitetura da plataforma, 
respectivamente.

4. Selecione Enviar.

Crie um componente personalizado do Hello World

O componente de aplicativo personalizado é usado para realizar inferência no dispositivo Edge. O 
componente é responsável por carregar modelos no SageMaker Edge Manager, invocar o agente do 
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Edge Manager para inferência e descarregar o modelo quando o componente é desligado. Antes de 
criar seu componente, certifique-se de que o agente e o aplicativo possam se comunicar com o Edge 
Manager. Para fazer isso, configure o gRPC. O agente do Edge Manager usa métodos definidos 
no Protobuf Buffers e no servidor gRPC para estabelecer comunicação com o aplicativo cliente no 
dispositivo de borda e na nuvem.

Para usar o gRPC, você deve:

1. Crie um stub gRPC usando o arquivo .proto fornecido ao fazer download do agente do Edge 
Manager do bucket de lançamento do Amazon S3.

2. Escreva o código do cliente com o idioma de sua preferência.

Você não precisa definir o serviço em um arquivo .proto. Os arquivos service .proto são incluídos no 
arquivo TAR compactado quando você baixa o binário de versão do agente do Edge Manager do 
bucket de lançamento do Amazon S3.

Instale o gRPC e outras ferramentas necessárias em seu computador host e crie os stubs do gRPC
agent_pb2_grpc.py e agent_pb2.py em Python. Verifique se você tem agent.proto em seu 
diretório local.

%%bash
pip install grpcio
pip install grpcio-tools
python3 -m grpc_tools.protoc --proto_path=. --python_out=. --grpc_python_out=. 
 agent.proto

O código anterior gera as interfaces de cliente e servidor gRPC a partir da sua definição do 
serviço .proto. Em outras palavras, ele cria o modelo gRPC em Python. O diretório da API contém a 
especificação Protobuf para comunicação com o agente.

Em seguida, use a API gRPC para escrever um cliente e um servidor para seu serviço (2). O script 
de exemplo a seguir, edge_manager_python_example.py, usa Python para carregar, listar e 
descarregar um modelo yolov3 no dispositivo de borda.

import grpc
from PIL import Image
import agent_pb2
import agent_pb2_grpc
import os
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model_path = '<PATH-TO-SagemakerEdgeManager-COMPONENT>' 
                    
agent_socket = 'unix:///tmp/aws.greengrass.SageMakerEdgeManager.sock'

agent_channel = grpc.insecure_channel(agent_socket, options=(('grpc.enable_http_proxy', 
 0),))

agent_client = agent_pb2_grpc.AgentStub(agent_channel)

def list_models(): 
    return agent_client.ListModels(agent_pb2.ListModelsRequest())

def list_model_tensors(models): 
    return { 
        model.name: { 
            'inputs': model.input_tensor_metadatas, 
            'outputs': model.output_tensor_metadatas 
        } 
        for model in list_models().models 
    }

def load_model(model_name, model_path): 
    load_request = agent_pb2.LoadModelRequest() 
    load_request.url = model_path 
    load_request.name = model_name 
    return agent_client.LoadModel(load_request)

def unload_model(name): 
    unload_request = agent_pb2.UnLoadModelRequest() 
    unload_request.name = name 
    return agent_client.UnLoadModel(unload_request)

def predict_image(model_name, image_path): 
    image_tensor = agent_pb2.Tensor() 
    image_tensor.byte_data = Image.open(image_path).tobytes() 
    image_tensor_metadata = list_model_tensors(list_models())[model_name]['inputs'][0] 
    image_tensor.tensor_metadata.name = image_tensor_metadata.name 
    image_tensor.tensor_metadata.data_type = image_tensor_metadata.data_type 
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    for shape in image_tensor_metadata.shape: 
        image_tensor.tensor_metadata.shape.append(shape) 
    predict_request = agent_pb2.PredictRequest() 
    predict_request.name = model_name 
    predict_request.tensors.append(image_tensor) 
    predict_response = agent_client.Predict(predict_request) 
    return predict_response

def main(): 
    try: 
        unload_model('your-model') 
    except: 
        pass 
   
    print('LoadModel...', end='') 
    try: 
        load_model('your-model', model_path) 
        print('done.') 
    except Exception as e: 
        print() 
        print(e) 
        print('Model already loaded!') 
         
    print('ListModels...', end='') 
    try: 
        print(list_models()) 
        print('done.') 
         
    except Exception as e: 
        print() 
        print(e) 
        print('List model failed!') 
        
    print('Unload model...', end='') 
    try: 
        unload_model('your-model') 
        print('done.') 
    except Exception as e: 
        print() 
        print(e) 
        print('unload model failed!')

if __name__ == '__main__': 
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    main()

Certifique-se de model_path apontar para o nome do componente AWS IoT Greengrass que 
contém o modelo se você usar o mesmo exemplo de código de cliente.

Você pode criar seu componente V2 AWS IoT Greengrass Hello World depois de gerar seus stubs 
gRPC e ter seu código Hello World pronto. Para fazer isso:

• Faça o upload do seu edge_manager_python_example.py, agent_pb2_grpc.py e
agent_pb2.py para o seu bucket do Amazon S3 e anote o caminho do Amazon S3.

• Crie um componente privado no console do V2 AWS IoT Greengrass e defina a receita para seu 
componente. Especifique o URI do Amazon S3 para seu aplicativo Hello World e o stub gRPC na 
receita a seguir.

---
RecipeFormatVersion: 2020-01-25
ComponentName: com.sagemaker.edgePythonExample
ComponentVersion: 1.0.0
ComponentDescription: Sagemaker Edge Manager Python example
ComponentPublisher: Amazon Web Services, Inc.
ComponentDependencies: 
  aws.greengrass.SageMakerEdgeManager: 
    VersionRequirement: '>=1.0.0' 
    DependencyType: HARD
Manifests: 
  - Platform: 
      os: linux 
      architecture: "/amd64|x86/" 
    Lifecycle: 
      install: |- 
        apt-get install python3-pip 
        pip3 install grpcio 
        pip3 install grpcio-tools 
        pip3 install protobuf 
        pip3 install Pillow 
      run: 
        script: |-  
          python3 {artifacts:path}/edge_manager_python_example.py 
    Artifacts: 
      - URI: <code-s3-path>
      - URI: <pb2-s3-path>
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      - URI: <pb2-grpc-s3-path>

Para obter informações detalhadas sobre como criar uma receita do Hello World, consulte Criar seu 
primeiro componente na documentação do AWS IoT Greengrass.

Implante os componentes em seu dispositivo

Implante seus componentes com o console do AWS IoT ou com o AWS CLI.

Para implantar seus componentes (console)

Implante seus componentes AWS IoT Greengrass com o console do AWS IoT.

1. No console do AWS IoT Greengrass, no menu de navegação https://console.aws.amazon.com/
iot/, escolha Implantações.

2. Na página Componentes, na guia Componentes públicos, escolha
aws.greengrass.SageMakerEdgeManager.

3. Na página aws.greengrass.SageMakerEdgeManager, escolha Implantar.

4. Do Add to deployment, escolha uma das seguintes opções:

a. Para mesclar esse componente a uma implantação existente em seu dispositivo de destino, 
escolha Adicionar à implantação existente e selecione a implantação que você deseja revisar.

b. Para criar uma nova implantação em seu dispositivo de destino, escolha Criar nova 
implantação. Se você tiver uma implantação existente em seu dispositivo, escolher essa etapa 
substituirá a implantação existente.

5. Na página Especificar destino, faça o seguinte:

a. Em Informações de implantação, insira ou modifique o nome amigável para sua implantação.

b. Em Destinos de implantação, selecione um alvo para sua implantação e escolha Avançar. Você 
não pode alterar o destino de implantação se estiver revisando uma implantação existente.

6. Na página Selecionar componentes, em Meus componentes, escolha:

• com.<CUSTOM-COMPONENT-NAME>

• aws.greengrass.SageMakerEdgeManager

• SagemakerEdgeManager. <YOUR-PACKAGING-JOB>

7. Na página Configurar componentes, escolha com.greengrass. SageMakerEdgeManagere faça o 
seguinte.

a. Escolha Configurar componente.
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b. Em Atualização de configuração, em Configuração a ser mesclada, insira a configuração a 
seguir.

{ 
    "DeviceFleetName": "device-fleet-name", 
    "BucketName": "DOC-EXAMPLE-BUCKET"
}

Substitua device-fleet-name pelo nome da frota de dispositivos Edge que você criou e
DOC-EXAMPLE-BUCKETsubstitua pelo nome do bucket do Amazon S3 que está associado à 
sua frota de dispositivos.

c. Escolha Confirmar e, em seguida, Avançar.

8. Na página Definir configurações avançadas, mantenha as configurações padrão e escolha
Avançar.

9. Na página Review, escolha Deploy.

Para implantar seus componentes (AWS CLI)

1. Crie um  deployment.json arquivo para definir a configuração de implantação dos 
componentes do SageMaker Edge Manager. Esse arquivo deve se parecer com o exemplo a 
seguir.

{ 
  "targetArn":"targetArn", 
  "components": { 
    "aws.greengrass.SageMakerEdgeManager": { 
      "componentVersion": 1.0.0, 
      "configurationUpdate": { 
        "merge": { 
          "DeviceFleetName": "device-fleet-name", 
          "BucketName": "DOC-EXAMPLE-BUCKET" 
        } 
      } 
    }, 
    "com.greengrass.SageMakerEdgeManager.ImageClassification": { 
      "componentVersion": 1.0.0, 
      "configurationUpdate": { 
      } 
    },  
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    "com.greengrass.SageMakerEdgeManager.ImageClassification.Model": { 
      "componentVersion": 1.0.0, 
      "configurationUpdate": { 
      } 
    },  
  }
}

• No targetArn campo, targetArnsubstitua pelo nome de recurso da Amazon (ARN) da coisa 
ou grupo de itens a ser destinado para a implantação, no seguinte formato:

• Coisa: arn:aws:iot:region:account-id:thing/thingName

• Grupo de coisas: arn:aws:iot:region:account-id:thinggroup/thingGroupName

• No campo merge, substitua device-fleet-name pelo nome da frota de dispositivos Edge 
que você criou e substitua DOC-EXAMPLE-BUCKET pelo nome do bucket do Amazon S3 que 
está associado à sua frota de dispositivos.

• Substitua as versões dos componentes de cada componente pela versão mais recente 
disponível.

2. Execute o seguinte comando para implantar os componentes no dispositivo:

aws greengrassv2 create-deployment \ 
    --cli-input-json file://path/to/deployment.json

A implantação pode levar vários minutos para ser concluída. Na próxima etapa, verifique o log do 
componente para verificar se a implantação foi concluída com êxito e para ver os resultados da 
inferência.

Para obter mais informações sobre a implantação de componentes em dispositivos individuais ou 
grupos de dispositivos, consulte Implantar componentes AWS IoT Greengrass em dispositivos.

Implante o Model Package diretamente com a API de implantação do SageMaker 
Edge Manager

SageMaker O Edge Manager fornece uma API de implantação que você pode usar para implantar 
modelos em alvos de dispositivos semAWS IoT Greengrass. É útil em situações em que você 
deseja atualizar modelos independentemente das atualizações de firmware ou dos mecanismos 
de implantação de aplicações. Você pode usar a API para integrar suas implantações de borda 
em um fluxo de trabalho de CI/CD para implantar modelos automaticamente depois de validar seu 
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modelo quanto à precisão. A API também possui opções convenientes de reversão e implementação 
gradual para garantir que os modelos funcionem bem em um ambiente específico antes de uma 
implementação mais ampla.

Para usar a API de implantação do Edge Manager, primeiro compile e empacote seu modelo. 
Para obter informações sobre como compilar e empacotar seu modelo, consulte Treine, compile e 
empacote seu modelo. As seções a seguir deste guia mostram como você pode criar implantações 
de borda usando a SageMaker API, depois de compilar e empacotar seus modelos.

Tópicos

• Crie um plano de implantação de borda

• Iniciar a implantação da borda

• Verifique o status da implantação

Crie um plano de implantação de borda

Você pode criar um plano de implantação da borda com a API CreateEdgeDeploymentPlan. O 
plano de implantação pode ter vários estágios. Você pode configurar cada estágio para implantar a 
implantação em um subconjunto de dispositivos Edge (por porcentagem ou por nome do dispositivo). 
Você também pode configurar como as falhas de implantação são tratadas em cada estágio.

O trecho de código a seguir mostra como você pode criar um plano de implantação de borda 
com 1 estágio para implantar um modelo compilado e empacotado em dois dispositivos de borda 
específicos:

import boto3

client = boto3.client("sagemaker")

client.create_edge_deployment_plan( 
    EdgeDeploymentPlanName="edge-deployment-plan-name", 
    DeviceFleetName="device-fleet-name", 
    ModelConfigs=[ 
        { 
            "EdgePackagingJobName": "edge-packaging-job-name", 
            "ModelHandle": "model-handle"
        } 
    ], 
    Stages=[ 
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        { 
            "StageName": "stage-name", 
            "DeviceSelectionConfig": { 
                "DeviceSubsetType": "SELECTION", 
                "DeviceNames": ["device-name-1", "device-name-2"] 
            }, 
            "DeploymentConfig": { 
                "FailureHandlingPolicy": "ROLLBACK_ON_FAILURE" 
            } 
        } 
    ]
) 
      

Em vez de dispositivos específicos, se você quiser implantar o modelo em uma porcentagem de 
dispositivos em sua frota, defina o valor de DeviceSubsetType como "PERCENTAGE" e substitua
"DeviceNames": ["device-name-1", "device-name-2"] por "Percentage": desired-
percentage no exemplo acima.

Os estágios podem ser adicionados após a criação do plano de implantação com a
CreateEdgeDeploymentStageAPI, caso você queira começar a implementar novos estágios após 
validar o sucesso do lançamento do teste. Para obter mais informações sobre os estágios de 
implantação, consulte DeploymentStage.

Iniciar a implantação da borda

Depois de criar o plano de implantação e os estágios de implantação, você pode iniciar a 
implantação com a API StartEdgeDeploymentStage.

client.start_edge_deployment_stage( 
    EdgeDeploymentPlanName="edge-deployment-plan-name", 
    StageName="stage-name"
) 
      

Verifique o status da implantação

Você pode verificar o status da implantação periférica com a DescribeEdgeDeploymentPlanAPI.
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client.describe_edge_deployment_plan( 
    EdgeDeploymentPlanName="edge-deployment-plan-name"
)      
      

Gerenciar modelos

O agente do Edge Manager pode carregar vários modelos ao mesmo tempo e fazer inferências 
com modelos carregados em dispositivos Edge. O número de modelos que o agente pode carregar 
é determinado pela memória disponível no dispositivo. O agente valida a assinatura do modelo e 
carrega na memória todos os artefatos produzidos pelo trabalho de empacotamento do Edge. Essa 
etapa exige que todos os certificados necessários descritos nas etapas anteriores sejam instalados 
junto com o restante da instalação binária. Se a assinatura do modelo não puder ser validada, o 
carregamento do modelo falhará com o código de devolução e o motivo apropriados.

SageMaker O agente do Edge Manager fornece uma lista de APIs de gerenciamento de modelos 
que implementam APIs de plano de controle e plano de dados em dispositivos de borda. Junto com 
essa documentação, recomendamos examinar o exemplo de implementação do cliente, que mostra 
o uso canônico das APIs descritas abaixo.

O arquivo proto está disponível como parte dos artefatos de lançamento (dentro do pacote de 
lançamento). Neste documento, listamos e descrevemos o uso das APIs listadas neste arquivo
proto.

Note

Há one-to-one mapeamento para essas APIs na versão Windows e um código de amostra 
para uma implementação de aplicativo em C# é compartilhado com os artefatos da versão 
para Windows. As instruções abaixo são para executar o agente como um processo 
independente, aplicável aos artefatos de lançamento para Linux.

Extraia o arquivo com base no seu sistema operacional. Onde o VERSION estiver quebrado 
em três componentes: <MAJOR_VERSION>.<YYYY-MM-DD>-<SHA-7>. Consulte Instalando 
o agente do Edge Manager para obter informações sobre como obter a versão de lançamento 
(<MAJOR_VERSION>), a data e hora do artefato de lançamento (<YYYY-MM-DD>) e o ID de 
confirmação do repositório (SHA-7)
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Linux

O arquivo zip pode ser extraído com o comando:

tar -xvzf <VERSION>.tgz

Windows

O arquivo zip pode ser extraído com o interface do usuário ou o comando:

unzip <VERSION>.tgz

A hierarquia do artefato de lançamento (depois de extrair o arquivo tar/zip) é mostrada abaixo. O 
arquivo proto do agente está disponível em api/.

0.20201205.7ee4b0b
### bin
#         ### sagemaker_edge_agent_binary
#         ### sagemaker_edge_agent_client_example
### docs
### api
#         ### agent.proto
### attributions
#         ### agent.txt
#         ### core.txt
### examples
### ipc_example
### CMakeLists.txt
### sagemaker_edge_client.cc
### sagemaker_edge_client_example.cc
### sagemaker_edge_client.hh
### sagemaker_edge.proto
### README.md
### shm.cc
### shm.hh
### street_small.bmp

Tópicos

• Carregar modelo

• Descarregar modelo
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• Listar modelos

• Descrever modelo

• Capturar dados

• Obter status de captura

• Prever

Carregar modelo

O agente do Edge Manager suporta o carregamento de vários modelos. Essa API valida a assinatura 
do modelo e carrega na memória todos os artefatos produzidos pela operação EdgePackagingJob. 
Esta etapa requer que todos os certificados necessários sejam instalados junto com o restante da 
instalação binária do agente. Se a assinatura do modelo não puder ser validada, esta etapa falhará 
com o código de retorno apropriado e mensagens de erro no log.

// perform load for a model
// Note:
// 1. currently only local filesystem paths are supported for loading models.
// 2. multiple models can be loaded at the same time, as limited by available device 
 memory
// 3. users are required to unload any loaded model to load another model.
// Status Codes:
// 1. OK - load is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - model doesn't exist at the url
// 5. ALREADY_EXISTS - model with the same name is already loaded
// 6. RESOURCE_EXHAUSTED - memory is not available to load the model
// 7. FAILED_PRECONDITION - model is not compiled for the machine.
//
rpc LoadModel(LoadModelRequest) returns (LoadModelResponse);

Input

//
// request for LoadModel rpc call
//
message LoadModelRequest { 
  string url = 1; 
  string name = 2;  // Model name needs to match regex "^[a-zA-Z0-9](-*[a-zA-Z0-9])*
$"
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}

Output

//
//
// response for LoadModel rpc call
//
message LoadModelResponse { 
  Model model = 1;
}

//
// Model represents the metadata of a model
//  url - url representing the path of the model
//  name - name of model
//  input_tensor_metadatas - TensorMetadata array for the input tensors
//  output_tensor_metadatas - TensorMetadata array for the output tensors
//
// Note:
//  1. input and output tensor metadata could empty for dynamic models.
//
message Model { 
  string url = 1; 
  string name = 2; 
  repeated TensorMetadata input_tensor_metadatas = 3; 
  repeated TensorMetadata output_tensor_metadatas = 4;
}

Descarregar modelo

Descarrega um modelo carregado anteriormente. É identificado por meio do alias do modelo 
fornecido durante loadModel. Se o alias não for encontrado ou o modelo não estiver carregado, 
retornará um erro.

//
// perform unload for a model
// Status Codes:
// 1. OK - unload is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
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// 4. NOT_FOUND - model doesn't exist
//
rpc UnLoadModel(UnLoadModelRequest) returns (UnLoadModelResponse);

Input

//
// request for UnLoadModel rpc call
//
message UnLoadModelRequest { 
 string name = 1; // Model name needs to match regex "^[a-zA-Z0-9](-*[a-zA-Z0-9])*$"
}

Output

//
// response for UnLoadModel rpc call
//
message UnLoadModelResponse {}

Listar modelos

Lista todos os modelos carregados e seus aliases.

//
// lists the loaded models
// Status Codes:
// 1. OK - unload is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
//
rpc ListModels(ListModelsRequest) returns (ListModelsResponse);

Input

//
// request for ListModels rpc call
//
message ListModelsRequest {}
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Output

//
// response for ListModels rpc call
//
message ListModelsResponse { 
 repeated Model models = 1;
}

Descrever modelo

Descreve um modelo que é carregado no agente.

//
// Status Codes:
// 1. OK - load is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - model doesn't exist at the url
//
rpc DescribeModel(DescribeModelRequest) returns (DescribeModelResponse);

Input

//
// request for DescribeModel rpc call
//
message DescribeModelRequest { 
  string name = 1;
}

Output

//
// response for DescribeModel rpc call
//
message DescribeModelResponse { 
  Model model = 1;
}

Gerenciar modelos 4689



Amazon SageMaker Guia do Desenvolvedor

Capturar dados

Permite que o aplicativo cliente capture tensores de entrada e saída no bucket do Amazon S3 
e, opcionalmente, no auxiliar. Espera-se que o aplicativo do cliente transmita uma ID de captura 
exclusiva junto com cada chamada para essa API. Isso pode ser usado posteriormente para 
consultar o status da captura.

//
// allows users to capture input and output tensors along with auxiliary data.
// Status Codes:
// 1. OK - data capture successfully initiated
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 5. ALREADY_EXISTS - capture initiated for the given capture_id
// 6. RESOURCE_EXHAUSTED - buffer is full cannot accept any more requests.
// 7. OUT_OF_RANGE - timestamp is in the future.
// 8. INVALID_ARGUMENT - capture_id is not of expected format.
//
rpc CaptureData(CaptureDataRequest) returns (CaptureDataResponse);

Input

enum Encoding { 
 CSV = 0; 
 JSON = 1; 
 NONE = 2; 
 BASE64 = 3;
}

//
// AuxilaryData represents a payload of extra data to be capture along with inputs 
 and outputs of inference
// encoding - supports the encoding of the data
// data - represents the data of shared memory, this could be passed in two ways:
// a. send across the raw bytes of the multi-dimensional tensor array
// b. send a SharedMemoryHandle which contains the posix shared memory segment id 
 and
// offset in bytes to location of multi-dimensional tensor array.
//
message AuxilaryData { 
 string name = 1; 
 Encoding encoding = 2; 
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 oneof data { 
 bytes byte_data = 3; 
 SharedMemoryHandle shared_memory_handle = 4; 
 }
}

//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
// tensor_metadata - represents metadata of the shared memory segment
// data_or_handle - represents the data of shared memory, this could be passed in 
 two ways:
// a. send across the raw bytes of the multi-dimensional tensor array
// b. send a SharedMemoryHandle which contains the posix shared memory segment
// id and offset in bytes to location of multi-dimensional tensor array.
//
message Tensor { 
 TensorMetadata tensor_metadata = 1; //optional in the predict request 
 oneof data { 
 bytes byte_data = 4; 
 // will only be used for input tensors 
 SharedMemoryHandle shared_memory_handle = 5; 
 }
}

//
// request for CaptureData rpc call
//
message CaptureDataRequest { 
 string model_name = 1; 
 string capture_id = 2; //uuid string 
 Timestamp inference_timestamp = 3; 
 repeated Tensor input_tensors = 4; 
 repeated Tensor output_tensors = 5; 
 repeated AuxilaryData inputs = 6; 
 repeated AuxilaryData outputs = 7;
}

Output

//
// response for CaptureData rpc call
//
message CaptureDataResponse {}
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Obter status de captura

Dependendo dos modelos carregados, os tensores de entrada e saída podem ser grandes (para 
muitos dispositivos Edge). A captura na nuvem pode ser demorada. Portanto, CaptureData() é 
implementado como uma operação assíncrona. Uma ID de captura é um identificador exclusivo que 
o cliente fornece durante a chamada de dados de captura. Essa ID pode ser usada para consultar o 
status da chamada assíncrona.

//
// allows users to query status of capture data operation
// Status Codes:
// 1. OK - data capture successfully initiated
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - given capture id doesn't exist.
//
rpc GetCaptureDataStatus(GetCaptureDataStatusRequest) returns 
 (GetCaptureDataStatusResponse);

Input

//
// request for GetCaptureDataStatus rpc call
//
message GetCaptureDataStatusRequest { 
  string capture_id = 1;
}

Output

enum CaptureDataStatus { 
  FAILURE = 0; 
  SUCCESS = 1; 
  IN_PROGRESS = 2; 
  NOT_FOUND = 3;
}

//
// response for GetCaptureDataStatus rpc call
//
message GetCaptureDataStatusResponse { 
  CaptureDataStatus status = 1;
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}

Prever

A API predict realiza inferência em um modelo carregado anteriormente. Aceita uma solicitação 
na forma de um tensor que é alimentado diretamente na rede neural. A saída é o tensor de saída (ou 
escalar) do modelo. Essa é uma chamada de bloqueio.

//
// perform inference on a model.
//
// Note:
// 1. users can chose to send the tensor data in the protobuf message or
// through a shared memory segment on a per tensor basis, the Predict
// method with handle the decode transparently.
// 2. serializing large tensors into the protobuf message can be quite expensive,
// based on our measurements it is recommended to use shared memory of
// tenors larger than 256KB.
// 3. SMEdge IPC server will not use shared memory for returning output tensors,
// i.e., the output tensor data will always send in byte form encoded
// in the tensors of PredictResponse.
// 4. currently SMEdge IPC server cannot handle concurrent predict calls, all
// these call will be serialized under the hood. this shall be addressed
// in a later release.
// Status Codes:
// 1. OK - prediction is successful
// 2. UNKNOWN - unknown error has occurred
// 3. INTERNAL - an internal error has occurred
// 4. NOT_FOUND - when model not found
// 5. INVALID_ARGUMENT - when tenors types mismatch
//
rpc Predict(PredictRequest) returns (PredictResponse);

Input

// request for Predict rpc call
//
message PredictRequest {
string name = 1;
repeated Tensor tensors = 2;
}
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//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
//    tensor_metadata - represents metadata of the shared memory segment
//    data_or_handle - represents the data of shared memory, this could be passed in 
 two ways:
//                        a. send across the raw bytes of the multi-dimensional 
 tensor array
//                        b. send a SharedMemoryHandle which contains the posix 
 shared memory segment
//                            id and offset in bytes to location of multi-
dimensional tensor array.
//
message Tensor { 
  TensorMetadata tensor_metadata = 1; //optional in the predict request 
  oneof data { 
    bytes byte_data = 4; 
    // will only be used for input tensors 
    SharedMemoryHandle shared_memory_handle = 5; 
  }
}

//
// Tensor represents a tensor, encoded as contiguous multi-dimensional array.
//    tensor_metadata - represents metadata of the shared memory segment
//    data_or_handle - represents the data of shared memory, this could be passed in 
 two ways:
//                        a. send across the raw bytes of the multi-dimensional 
 tensor array
//                        b. send a SharedMemoryHandle which contains the posix 
 shared memory segment
//                            id and offset in bytes to location of multi-
dimensional tensor array.
//
message Tensor { 
  TensorMetadata tensor_metadata = 1; //optional in the predict request 
  oneof data { 
    bytes byte_data = 4; 
    // will only be used for input tensors 
    SharedMemoryHandle shared_memory_handle = 5; 
  }
}

//
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// TensorMetadata represents the metadata for a tensor
//    name - name of the tensor
//    data_type  - data type of the tensor
//    shape - array of dimensions of the tensor
//
message TensorMetadata { 
  string name = 1; 
  DataType data_type = 2; 
  repeated int32 shape = 3;
}

//
// SharedMemoryHandle represents a posix shared memory segment
//    offset - offset in bytes from the start of the shared memory segment.
//    segment_id - shared memory segment id corresponding to the posix shared memory 
 segment.
//    size - size in bytes of shared memory segment to use from the offset position.
//
message SharedMemoryHandle { 
  uint64 size = 1; 
  uint64 offset = 2; 
  uint64 segment_id = 3;
}

Output

Note

O PredictResponse somente retorna Tensors e não SharedMemoryHandle.

// response for Predict rpc call
//
message PredictResponse { 
   repeated Tensor tensors = 1;
}

Gerenciar modelos 4695



Amazon SageMaker Guia do Desenvolvedor

SageMaker Fim da vida útil do Edge Manager

A partir de 26 de abril de 2024, você não poderá mais acessar o Amazon SageMaker Edge Manager 
por meio do console de AWS gerenciamento, fazer trabalhos de empacotamento de borda e 
gerenciar frotas de dispositivos de ponta.

Perguntas frequentes

Use as seções a seguir para obter respostas às perguntas mais frequentes sobre o fim da vida útil 
(EOL) do SageMaker Edge Manager.

P: O que acontece com meu Amazon SageMaker Edge Manager após a data de EOL?

R: Depois de 26 de abril de 2024, todas as referências a trabalhos de empacotamento do Edge, 
dispositivos e frotas de dispositivos serão excluídas do serviço Edge Manager. Você não pode mais 
descobrir ou acessar o serviço Edge Manager a partir do seu AWS console e os aplicativos que 
chamam as APIs do serviço Edge Manager não funcionam mais.

P: Serei cobrado pelos recursos do Edge Manager restantes em minha conta após a data de EOL?

R: Os recursos criados pelo Edge Manager, como pacotes de borda dentro de buckets do Amazon 
S3, coisas de IoT AWS e funções do IAM AWS, continuam existindo em seus respectivos serviços 
após 26 de abril de 2024. Para evitar ser cobrado depois que o Edge Manager não for mais 
suportado, exclua seus recursos. Para obter mais informações sobre exclusão dos seus recursos, 
consulte Excluir recursos do Edge Manager.

P: Como excluo meus recursos do Amazon SageMaker Edge Manager?

R: Os recursos criados pelo Edge Manager, como pacotes de borda dentro de buckets do Amazon 
S3, coisas de IoT AWS e funções do IAM AWS, continuam existindo em seus respectivos serviços 
após 26 de abril de 2024. Para evitar ser cobrado depois que o Edge Manager não for mais 
suportado, exclua seus recursos. Para obter mais informações sobre exclusão dos seus recursos, 
consulte Excluir recursos do Edge Manager.

P: Como posso continuar implantando modelos na borda?

R: Sugerimos que você experimente uma das seguintes ferramentas de machine learning. Para 
um tempo de execução de borda multiplataforma, use o ONNX. O ONNX é uma solução de 
código aberto popular e bem mantida que traduz seus modelos em instruções que muitos tipos de 
hardware podem executar e é compatível com as frameworks de ML mais recentes. O ONNX pode 
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ser integrado aos seus SageMaker fluxos de trabalho como uma etapa automatizada para suas 
implantações de ponta.

Para implantações periféricas e uso AWS IoT Greengrass V2 de monitoramento. AWS IoT 
Greengrass V2 tem um mecanismo extensível de empacotamento e implantação que pode caber em 
modelos e aplicativos na borda. Você pode usar os canais MQTT integrados para enviar a telemetria 
do modelo de volta para o Amazon SageMaker Model Monitor ou usar o sistema de permissões 
integrado para enviar dados capturados do modelo de volta para o Amazon Simple Storage Service 
(Amazon S3). Se você não usa ou não pode usar AWS IoT Greengrass V2, sugerimos usar MQTT e 
IoT Jobs (biblioteca C/C++) para criar um mecanismo OTA leve para fornecer modelos.

Preparamos um código de amostra disponível neste GitHub repositório para ajudar você a fazer a 
transição para essas ferramentas sugeridas.

Excluir recursos do Edge Manager

Os recursos criados pelo Edge Manager continuam existindo após 26 de abril de 2024. Para evitar o 
faturamento, exclua esses recursos.

Para excluir recursos do AWS IoT Greengrass, faça o seguinte:

1. No console do AWS IoT Core, escolha dispositivos Greengrass em Gerenciar.

2. Escolha Componentes.

3. Em Meus componentes, os componentes criados pelo Edge Manager estão no formato 
SageMakerEdge (EdgePackagingJobName). Selecione o componente que você deseja excluir.

4. Em seguida escolha Excluir versão.

Para excluir um alias de função AWS IoT, faça o seguinte:

1. No console do AWS IoT Core, escolha Segurança em Gerenciar.

2. Escolha Aliases de função.

3. Os aliases de função criados pelo Edge Manager estão no formato SageMakerEdge- 
{DeviceFleetName}. Selecione a função que você deseja excluir.

4. Escolha Excluir.

Para excluir trabalhos de empacotamento em buckets do Amazon S3, faça o seguinte:

1. No SageMaker console, escolha Edge Inference.
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2. Escolha trabalhos de empacotamento do Edge.

3. Selecione um dos trabalhos de empacotamento do Edge. Copie o URI do Amazon S3 em
Artefato de modelo na seção Configuração de saída.

4. No console do Amazon S3, navegue até o local correspondente e verifique se você precisa 
excluir o artefato do modelo. Para excluir o artefato do modelo, selecione o objeto Amazon S3 e 
escolha Excluir.

Otimize o desempenho do modelo usando o Neo
O Neo é um recurso do Amazon SageMaker que permite que os modelos de machine learning sejam 
treinados uma única vez e executados em qualquer lugar na nuvem e na borda.

Se você estiver usando o SageMaker Neo pela primeira vez, recomendamos que confira a seção 
de Conceitos básicos dos dispositivos de borda para obter instruções passo a passo sobre como 
compilar e implantar em um dispositivo Edge.

O que é o SageMaker Neo?

Geralmente, otimizar modelos de machine learning para inferência em múltiplas plataformas é difícil, 
pois você precisa ajustar manualmente os modelos para a configuração específica de hardware e 
software de cada plataforma. Se você deseja obter um desempenho ideal para uma determinada 
carga de trabalho, é necessário conhecer a arquitetura de hardware, o conjunto de instruções, os 
padrões de acesso à memória e os formatos dos dados de entrada, entre outros fatores. Para o 
desenvolvimento tradicional de softwares, ferramentas como compiladores e criadores de perfis 
simplificam o processo. Para machine learning, a maioria das ferramentas é específica da estrutura 
ou do hardware. Isso força você a um processo manual de tentativa e erro que não é confiável e é 
improdutivo.

O Neo otimiza automaticamente os modelos Gluon, Keras, MXNet, PyTorch, TensorFlow, 
TensorFlow-Lite e ONNX para inferência em máquinas Android, Linux e Windows baseadas em 
processadores de Ambarella, ARM, Intel, Nvidia, NXP, Qualcomm, Texas Instruments e Xilinx. O 
Neo é testado com modelos de visão computacional disponíveis em vários modelos em todas as 
estruturas de trabalho. O SageMaker Neo suporta compilação e implantação em duas plataformas 
principais: instâncias de nuvem (incluindo Inferentia) e dispositivos de borda.

Para obter mais informações sobre estruturas compatíveis e tipos de instância de nuvem nos quais 
você pode implantar, consulte Tipos e estruturas de instância compatíveis para ver as instâncias de 
nuvem.
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Para obter mais informações sobre estruturas suportadas, dispositivos periféricos, sistemas 
operacionais, arquiteturas de chip e modelos comuns de machine learning testados pelo SageMaker 
Neo para dispositivos periféricos, consulte Estruturas, dispositivos, sistemas e arquiteturas 
compatíveis para dispositivos de borda.

Como ele funciona

O Neo consiste em um compilador e um runtime. Em primeiro lugar, a API de compilação do Neo 
lê modelos exportados de várias estruturas. Ele converte as funções e operações específicas da 
estrutura em uma representação intermediária agnóstica à estrutura. Feito isso, ele realiza uma 
série de otimizações. Em seguida, ele gera código binário para as operações otimizadas, grava-
as em uma biblioteca de objetos compartilhados e salva a definição e os parâmetros do modelo 
em arquivos separados. O Neo também fornece um runtime para cada plataforma de destino que 
carrega e executa o modelo compilado.

Você pode criar um trabalho de compilação Neo a partir do console do SageMaker, do AWS 
Command Line Interface (AWS CLI), de um notebook Python ou do SDK do SageMaker. Para obter 
informações sobre como compilar um modelo, consulte Usar o Neo para compilar um modelo. Com 
alguns comandos da CLI, uma chamada à API ou alguns cliques, você pode converter um modelo 
para a plataforma escolhida. Você pode implantar o modelo em um endpoint do SageMaker ou em 
um dispositivo AWS IoT Greengrass com rapidez.

O Neo pode otimizar modelos com parâmetros em FP32 ou quantizados para a largura de bits INT8 
ou FP16.

Tópicos

• Usar o Neo para compilar um modelo

• Instâncias de nuvem
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• Dispositivos de borda

• Solucionar erros

Usar o Neo para compilar um modelo

Esta seção mostra como criar, descrever, interromper e listar trabalhos de compilação. As seguintes 
opções estão disponíveis no Amazon SageMaker Neo para gerenciar os trabalhos de compilação 
de modelos de aprendizado de máquina: oAWS Command Line Interface, o SageMaker console da 
Amazon ou o Amazon SageMaker SDK.

Tópicos

• Prepare o modelo para compilação

• Compilar um modelo (AWS Command Line Interface)

• Compilar um modelo (Amazon SageMaker Console)

• Compilar um modelo (Amazon SageMaker SDK)

Prepare o modelo para compilação

SageMaker O Neo exige modelos de aprendizado de máquina para satisfazer formas específicas 
de dados de entrada. O formato de entrada necessário para a compilação depende da estrutura de 
aprendizado profundo que você usa. Depois que a forma de entrada do modelo estiver formatada 
corretamente, salve seu modelo de acordo com os requisitos abaixo. Depois de salvar um modelo, 
comprima os artefatos do modelo.

Tópicos

• Quais formatos de dados de entrada o SageMaker Neo espera?

• Salvando modelos para SageMaker Neo

Quais formatos de dados de entrada o SageMaker Neo espera?

Antes de compilar seu modelo, verifique se ele está formatado corretamente. O Neo espera o nome 
e a forma das entradas de dados esperadas para o seu modelo treinado com um formato JSON ou 
de lista. As entradas esperadas são específicas da estrutura.

Abaixo estão as formas de entrada que SageMaker Neo espera:
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Keras

Especifique o nome e a forma (formato NCHW) das entradas dos dados esperados usando um 
formato de dicionário para seu modelo treinado. Observe que, embora os artefatos do modelo Keras 
devam ser carregados no formato NHWC (último canal), DataInputConfig devem ser especificados 
no formato NCHW (primeiro canal). Os formatos de dicionário necessários são os seguintes:

• Para uma entrada: {'input_1':[1,3,224,224]}

• Para duas entradas: {'input_1': [1,3,224,224], 'input_2':[1,3,224,224]}

MXNet/ONNX

Especifique o nome e a forma (formato NCHW) das entradas dos dados esperados usando um 
formato de dicionário para seu modelo treinado. Os formatos de dicionário necessários são os 
seguintes:

• Para uma entrada: {'data':[1,3,1024,1024]}

• Para duas entradas: {'var1': [1,1,28,28], 'var2':[1,1,28,28]}

PyTorch

Para um PyTorch modelo, você não precisa fornecer o nome e a forma das entradas de dados 
esperadas se atender às duas condições a seguir:

• Você criou seu arquivo de definição de modelo usando PyTorch 2.0 ou posterior. Para obter mais 
informações sobre como criar o arquivo de definição, consulte a PyTorch seção Salvando modelos 
para SageMaker o Neo.

• Você está compilando seu modelo para uma instância de nuvem. Para obter mais informações 
sobre os tipos de instância compatíveis com SageMaker o Neo, consulteTipos e estruturas de 
instância compatíveis.

Se você atender a essas condições, SageMaker o Neo obtém a configuração de entrada do arquivo 
de definição do modelo (.pt ou .pth) com o qual você cria. PyTorch

Caso contrário, você deverá fazer o seguinte:
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Especifique o nome e a forma (formato NCHW) das entradas dos dados esperados usando um 
formato de dicionário para seu modelo treinado. Como alternativa, você pode especificar a forma 
usando um formato de lista. Os formatos de dicionário necessários são os seguintes:

• Exemplos para uma entrada em formato de dicionário: {'input0':[1,3,224,224]}

• Para uma entrada em formato de lista: [[1,3,224,224]]

• Exemplos para duas entradas em formato de dicionário: {'input0':[1,3,224,224], 
'input1':[1,3,224,224]}

• Para duas entradas em formato de lista: [[1,3,224,224], [1,3,224,224]]

TensorFlow

Especifique o nome e a forma (formato NHWC) das entradas de dados esperadas usando um 
formato de dicionário para o seu modelo treinado. Os formatos de dicionário necessários são os 
seguintes:

• Para uma entrada: {'input':[1,1024,1024,3]}

• Para duas entradas: {'data1': [1,28,28,1], 'data2':[1,28,28,1]}

TFlite

Especifique o nome e a forma (formato NHWC) das entradas de dados esperadas usando um 
formato de dicionário para o seu modelo treinado. Os formatos de dicionário necessários são os 
seguintes:

• Para uma entrada: {'input':[1,224,224,3]}

Note

SageMaker O Neo suporta apenas o TensorFlow Lite para alvos de dispositivos periféricos. 
Para obter uma lista de alvos de dispositivos SageMaker Neo Edge compatíveis, consulte a
Dispositivos página SageMaker Neo. Para ver uma lista de destinos de instância de nuvem 
SageMaker Neo compatíveis, consulte a Tipos e estruturas de instância compatíveis página 
SageMaker Neo.
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XGBoost

O nome e a forma de dados de entrada não são necessários.

Salvando modelos para SageMaker Neo

Os exemplos de código a seguir mostram como salvar o modelo para torná-lo compatível com o Neo. 
Os modelos devem ser empacotados como arquivos tar compactados (*.tar.gz).

Keras

Os modelos Keras exigem um arquivo de definição de modelo (.h5).

Há duas opções para salvar seu modelo Keras para torná-lo compatível com SageMaker o Neo:

1. Exporte para o formato .h5 com model.save("<model-name>", save_format="h5").

2. Congele o SavedModel após a exportação.

Veja abaixo um exemplo de como exportar um tf.keras modelo como um gráfico congelado 
(opção dois):

import os
import tensorflow as tf
from tensorflow.keras.applications.resnet50 import ResNet50
from tensorflow.keras import backend

tf.keras.backend.set_learning_phase(0)
model = tf.keras.applications.ResNet50(weights='imagenet', include_top=False, 
 input_shape=(224, 224, 3), pooling='avg')
model.summary()

# Save as a SavedModel
export_dir = 'saved_model/'
model.save(export_dir, save_format='tf')

# Freeze saved model
input_node_names = [inp.name.split(":")[0] for inp in model.inputs]
output_node_names = [output.name.split(":")[0] for output in model.outputs]
print("Input names: ", input_node_names)
with tf.Session() as sess: 
    loaded = tf.saved_model.load(sess, export_dir=export_dir, tags=["serve"])  
    frozen_graph = tf.graph_util.convert_variables_to_constants(sess, 
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 sess.graph.as_graph_def(), 
                                                                output_node_names) 
    tf.io.write_graph(graph_or_graph_def=frozen_graph, logdir=".", 
 name="frozen_graph.pb", as_text=False)

import tarfile
tar = tarfile.open("frozen_graph.tar.gz", "w:gz")
tar.add("frozen_graph.pb")
tar.close()

Warning

Não exporte seu modelo com a classe SavedModel usando model.save(<path>, 
save_format='tf'). Esse formato é adequado para treinamento, mas não é adequado 
para inferência.

MXNet

Os modelos MXNet devem ser salvos como um único arquivo de símbolo *-symbol.json e um 
único parâmetro *.params files.

Gluon Models

Defina a rede neural usando a Classe HybridSequential. Isso executará o código no estilo de 
programação simbólica (em oposição à programação imperativa).

from mxnet import nd, sym
from mxnet.gluon import nn

def get_net(): 
    net = nn.HybridSequential()  # Here we use the class HybridSequential. 
    net.add(nn.Dense(256, activation='relu'), 
            nn.Dense(128, activation='relu'), 
            nn.Dense(2)) 
    net.initialize() 
    return net

# Define an input to compute a forward calculation.  
x = nd.random.normal(shape=(1, 512))
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net = get_net()

# During the forward calculation, the neural network will automatically infer
# the shape of the weight parameters of all the layers based on the shape of
# the input.
net(x) 
                         
# hybridize model
net.hybridize()
net(x)

# export model
net.export('<model_name>') # this will create model-symbol.json and 
 model-0000.params files

import tarfile
tar = tarfile.open("<model_name>.tar.gz", "w:gz")
for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]: 
    tar.add(name)
tar.close()

Para obter mais informações sobre modelos de hibridização, consulte a documentação de 
hibridização do MXNet.

Gluon Model Zoo (GluonCV)

Os modelos zoo do GluonCV vêm pré-hibridizados. Então, você pode simplesmente exportá-los.

import numpy as np
import mxnet as mx
import gluoncv as gcv
from gluoncv.utils import export_block
import tarfile

net = gcv.model_zoo.get_model('<model_name>', pretrained=True) # For example, choose 
 <model_name> as resnet18_v1
export_block('<model_name>', net, preprocess=True, layout='HWC')

tar = tarfile.open("<model_name>.tar.gz", "w:gz")

for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]: 
    tar.add(name)
tar.close()
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Non Gluon Models

Todos os modelos não-Gluon, quando salvos em disco, usam arquivos *-symbol e *.params. 
Portanto, eles já estão no formato correto para o Neo.

# Pass the following 3 parameters: sym, args, aux
mx.model.save_checkpoint('<model_name>',0,sym,args,aux) # this will create 
 <model_name>-symbol.json and <model_name>-0000.params files

import tarfile
tar = tarfile.open("<model_name>.tar.gz", "w:gz")

for name in ["<model_name>-0000.params", "<model_name>-symbol.json"]: 
    tar.add(name)
tar.close()

PyTorch

PyTorch os modelos devem ser salvos como um arquivo de definição (.ptou.pth) com o tipo de 
dados de entrada de. float32

Para salvar seu modelo, use o método torch.jit.trace seguido pelo método torch.save. 
Esse processo salva um objeto em um arquivo de disco e, por padrão, usa python pickle 
(pickle_module=pickle) para salvar os objetos e alguns metadados. Em seguida, converta o 
modelo salvo em um arquivo tar compactado.

import torchvision
import torch

model = torchvision.models.resnet18(pretrained=True)
model.eval()
inp = torch.rand(1, 3, 224, 224)
model_trace = torch.jit.trace(model, inp)

# Save your model. The following code saves it with the .pth file extension
model_trace.save('model.pth')

# Save as a compressed tar file
import tarfile
with tarfile.open('model.tar.gz', 'w:gz') as f: 
    f.add('model.pth')
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f.close()

Se você salvar seu modelo com PyTorch 2.0 ou posterior, SageMaker o Neo deriva a configuração 
de entrada do modelo (o nome e a forma de sua entrada) do arquivo de definição. Nesse caso, você 
não precisa especificar a configuração de entrada de dados SageMaker ao compilar o modelo.

Se você quiser evitar que SageMaker o Neo obtenha a configuração de entrada, você pode definir o
_store_inputs parâmetro de torch.jit.trace to. False Se você fizer isso, deverá especificar 
a configuração de entrada de dados para SageMaker quando compilar o modelo.

Para obter mais informações sobre o torch.jit.trace método, consulte TORCH.JIT.TRACE na 
documentação. PyTorch

TensorFlow

TensorFlow requer um .pb ou um .pbtxt arquivo e um diretório de variáveis que contenha 
variáveis. Para modelos congelados, apenas um arquivo .pb ou .pbtxt é necessário.

O exemplo de código a seguir mostra como usar o comando Linux tar para compactar o modelo. 
Execute o seguinte em seu terminal ou em um caderno Jupyter (se você usa um caderno Jupyter, 
insira o comando mágico ! no início da instrução):

# Download SSD_Mobilenet trained model
!wget http://download.tensorflow.org/models/object_detection/
ssd_mobilenet_v2_coco_2018_03_29.tar.gz

# unzip the compressed tar file
!tar xvf ssd_mobilenet_v2_coco_2018_03_29.tar.gz

# Compress the tar file and save it in a directory called 'model.tar.gz'
!tar czvf model.tar.gz ssd_mobilenet_v2_coco_2018_03_29/frozen_inference_graph.pb

Os sinalizadores de comando usados neste exemplo realizam o seguinte:

• c: Criar um arquivamento

• z: Comprimir o arquivo com gzip

• v: Exibir o progresso do arquivamento

• f: Especificar o nome do arquivo
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Estimadores integrados

Os estimadores integrados são feitos por contêineres específicos da estrutura ou contêineres 
específicos do algoritmo. Os objetos estimadores do algoritmo incorporado e do estimador específico 
da estrutura salvam o modelo no formato correto quando você treina o modelo usando o método 
incorporado .fit.

Por exemplo, você pode usar sagemaker.TensorFlow a para definir um TensorFlow estimador:

from sagemaker.tensorflow import TensorFlow

estimator = TensorFlow(entry_point='mnist.py', 
                        role=role,  #param role can be arn of a sagemaker execution 
 role 
                        framework_version='1.15.3', 
                        py_version='py3', 
                        training_steps=1000,  
                        evaluation_steps=100, 
                        instance_count=2, 
                        instance_type='ml.c4.xlarge')

Em seguida, treine o modelo com o método .fit integrado:

estimator.fit(inputs)

Antes de finalmente compilar o modelo com o método compile_model integrado:

# Specify output path of the compiled model
output_path = '/'.join(estimator.output_path.split('/')[:-1])

# Compile model
optimized_estimator = estimator.compile_model(target_instance_family='ml_c5',  
                              input_shape={'data':[1, 784]},  # Batch size 1, 3 
 channels, 224x224 Images. 
                              output_path=output_path, 
                              framework='tensorflow', framework_version='1.15.3')

Você também pode usar a sagemaker.estimator.Estimator classe para inicializar um objeto 
estimador para treinar e compilar um algoritmo integrado com o método do SDK compile_model do 
Python: SageMaker
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import sagemaker
from sagemaker.image_uris import retrieve
sagemaker_session = sagemaker.Session()
aws_region = sagemaker_session.boto_region_name

# Specify built-in algorithm training image
training_image = retrieve(framework='image-classification',  
                          region=aws_region, image_scope='training')

training_image = retrieve(framework='image-classification', region=aws_region, 
 image_scope='training')

# Create estimator object for training
estimator = sagemaker.estimator.Estimator(image_uri=training_image, 
                                          role=role,  #param role can be arn of a 
 sagemaker execution role 
                                          instance_count=1, 
                                          instance_type='ml.p3.8xlarge', 
                                          volume_size = 50, 
                                          max_run = 360000, 
                                          input_mode= 'File', 
                                          output_path=s3_training_output_location, 
                                          base_job_name='image-classification-training' 
                                          ) 
                                           
# Setup the input data_channels to be used later for training.                          
                  
train_data = sagemaker.inputs.TrainingInput(s3_training_data_location, 
                                            content_type='application/x-recordio', 
                                            s3_data_type='S3Prefix')
validation_data = sagemaker.inputs.TrainingInput(s3_validation_data_location, 
                                                content_type='application/x-recordio', 
                                                s3_data_type='S3Prefix')
data_channels = {'train': train_data, 'validation': validation_data}

# Train model
estimator.fit(inputs=data_channels, logs=True)

# Compile model with Neo                                                                
                    
optimized_estimator = estimator.compile_model(target_instance_family='ml_c5', 

Compilar modelos 4709



Amazon SageMaker Guia do Desenvolvedor

                                          input_shape={'data':[1, 3, 224, 224], 
 'softmax_label':[1]}, 
                                          output_path=s3_compilation_output_location, 
                                          framework='mxnet', 
                                          framework_version='1.7')

Para obter mais informações sobre a compilação de modelos com o SDK do SageMaker Python, 
consulte. Compilar um modelo (Amazon SageMaker SDK)

Compilar um modelo (AWS Command Line Interface)

Esta seção mostra como gerenciar trabalhos de compilação do Amazon SageMaker Neo para 
modelos de aprendizado de máquina usando AWS Command Line Interface (CLI). Você pode criar, 
descrever, parar e listar os trabalhos de compilação.

1. Crie um trabalho de compilação

Com a operação da CreateCompilationJobAPI, você pode especificar o formato de entrada 
de dados, o bucket S3 no qual armazenar seu modelo, o bucket S3 no qual gravar o modelo 
compilado e o dispositivo ou plataforma de hardware de destino.

A tabela a seguir demonstra como configurar a API CreateCompilationJob com base no fato 
de seu destino ser um dispositivo ou uma plataforma.

Device Example

{ 
    "CompilationJobName": "neo-compilation-job-demo", 
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss", 
    "InputConfig": { 
        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train", 
        "DataInputConfig":  "{'data': [1,3,1024,1024]}", 
        "Framework": "MXNET" 
    }, 
    "OutputConfig": { 
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-
demo-data/compile", 
        # A target device specification example for a ml_c5 instance family 
        "TargetDevice": "ml_c5" 
    }, 
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    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 300
    }
}

Opcionalmente, você pode especificar a versão da estrutura usada com o
FrameworkVersioncampo se tiver usado a PyTorch estrutura para treinar seu modelo e 
seu dispositivo de destino for um ml_*  alvo.

{ 
    "CompilationJobName": "neo-compilation-job-demo", 
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss", 
    "InputConfig": { 
        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train", 
        "DataInputConfig":  "{'data': [1,3,1024,1024]}", 
        "Framework": "PYTORCH", 
        "FrameworkVersion": "1.6" 
    }, 
    "OutputConfig": { 
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-
demo-data/compile", 
        # A target device specification example for a ml_c5 instance family 
        "TargetDevice": "ml_c5", 
        # When compiling for ml_* instances using PyTorch framework, use the 
 "CompilerOptions" field in  
        # OutputConfig to provide the correct data type ("dtype") of the model’s 
 input. Default assumed is "float32" 
        "CompilerOptions": "{'dtype': 'long'}" 
    }, 
    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 300 
    }
}

Observações:

• Se você salvou seu modelo usando a PyTorch versão 2.0 ou posterior, o
DataInputConfig campo é opcional. SageMakerO Neo obtém a configuração 
de entrada do arquivo de definição do modelo com o qual você cria PyTorch. 
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Para obter mais informações sobre como criar o arquivo de definição, consulte a
PyTorch seção Salvando modelos para SageMaker o Neo.

• Esse campo de API só é compatível com PyTorch.

Platform Example

{ 
    "CompilationJobName": "neo-test-compilation-job", 
    "RoleArn": "arn:aws:iam::<your-account>:role/service-role/AmazonSageMaker-
ExecutionRole-yyyymmddThhmmss", 
    "InputConfig": { 
        "S3Uri": "s3://<your-bucket>/sagemaker/neo-compilation-job-demo-data/
train", 
        "DataInputConfig":  "{'data': [1,3,1024,1024]}", 
        "Framework": "MXNET" 
    }, 
    "OutputConfig": { 
        "S3OutputLocation": "s3://<your-bucket>/sagemaker/neo-compilation-job-
demo-data/compile", 
        # A target platform configuration example for a p3.2xlarge instance 
        "TargetPlatform": { 
            "Os": "LINUX", 
            "Arch": "X86_64", 
            "Accelerator": "NVIDIA" 
        }, 
        "CompilerOptions": "{'cuda-ver': '10.0', 'trt-ver': '6.0.1', 'gpu-code': 
 'sm_70'}" 
    }, 
    "StoppingCondition": { 
        "MaxRuntimeInSeconds": 300
    }
}

Note

Para a operação da API OutputConfig, as operações de API TargetDevice e
TargetPlatform são mutuamente exclusivas. Você precisa escolher uma das duas 
opções.
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Para encontrar exemplos de strings JSON de DataInputConfig dependência de estruturas, 
consulte Quais são as formas de dados de entrada que o Neo espera.

Para obter mais informações sobre como definir as configurações, consulte as operações
InputConfigOutputConfig, e TargetPlatformda API na referência da SageMaker API.

2. Depois de configurar o arquivo JSON, execute o seguinte comando para criar a tarefa de 
compilação:

aws sagemaker create-compilation-job \
--cli-input-json file://job.json \
--region us-west-2  

# You should get CompilationJobArn

3. Descreva o trabalho de compilação executando o seguinte comando:

aws sagemaker describe-compilation-job \
--compilation-job-name $JOB_NM \
--region us-west-2

4. Pare o trabalho de compilação executando o seguinte comando:

aws sagemaker stop-compilation-job \
--compilation-job-name $JOB_NM \
--region us-west-2

# There is no output for compilation-job operation

5. Liste o trabalho de compilação executando o seguinte comando:

aws sagemaker list-compilation-jobs \
--region us-west-2

Compilar um modelo (Amazon SageMaker Console)

Você pode criar um trabalho de compilação do Amazon SageMaker Neo no SageMaker console da 
Amazon.
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1. No SageMaker console da Amazon, escolha Compilation jobs e, em seguida, escolha Create 
compilation job.

2. Na página Criar trabalho de compilação, em Nome do trabalho, digite um nome. Em seguida, 
selecione uma função do IAM.

3. Se você não tem uma função do IAM, escolha Criar uma nova função.
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4. Na página Criar uma função do IAM, escolha Qualquer bucket do S3 e depois Criar função.
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5. Non PyTorch Frameworks

Na seção Configuração de entrada, insira o caminho completo do URI do bucket Amazon 
S3 que contém os artefatos do seu modelo no campo de entrada Localização de artefatos 
de modelo. Os artefatos do seu modelo devem estar em um formato de arquivo tarball 
compactado (.tar.gz).

No campo Configuração de entrada de dados, insira a string JSON que especifica a forma 
dos dados de entrada.

Para Estrutura de machine learning, escolha a estrutura.

Para encontrar exemplos de sequências JSON de dependência de estruturas, consulte Quais 
são as formas de dados de entrada que o Neo espera.

PyTorch Framework

Instruções semelhantes se aplicam à compilação de PyTorch modelos. No entanto, se você 
treinou PyTorch e está tentando compilar o modelo para ml_* (excetoml_inf) o target, você 
pode, opcionalmente, especificar a versão usada PyTorch .
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Para encontrar exemplos de sequências JSON de formas de entrada de dados, dependendo 
das estruturas, consulte Quais são as formas de dados de entrada que o Neo espera.

Observações

• Se você salvou seu modelo usando a PyTorch versão 2.0 ou posterior, o campo 
Configuração de entrada de dados é opcional. SageMaker O Neo obtém a 
configuração de entrada do arquivo de definição do modelo com o qual você cria 
PyTorch. Para obter mais informações sobre como criar o arquivo de definição, 
consulte a PyTorch seção Salvando modelos para SageMaker o Neo.

• Ao compilar para ml_* instâncias usando a PyTorch estrutura, use o campo de
opções do compilador na Configuração de saída para fornecer o tipo de dados 
correto (dtype) da entrada do modelo. O padrão é definido como "float32".
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Warning

Se você especificar um caminho de URI do bucket do Amazon S3 que leva 
ao arquivo .pth, você receberá o seguinte erro após iniciar a compilação:
ClientError: InputConfiguration: Unable to untar input 
model.Please confirm the model is a tar.gz file

6. Vá para a seção Configuração de saída. Escolha onde você deseja implantar o modelo. Você 
pode implantar seu modelo em um dispositivo de destino ou em uma plataforma de destino. Os 
dispositivos de destino incluem dispositivos de nuvem e de borda. As plataformas de destino se 
referem a sistemas operacionais, arquiteturas e aceleradores específicos nos quais você deseja 
que seu modelo seja executado.

Compilar modelos 4718



Amazon SageMaker Guia do Desenvolvedor

Em Local de saída do S3, insira o caminho para o bucket do S3 ou a pasta onde deseja 
armazenar o modelo. Opcionalmente, você pode adicionar opções do compilador no formato 
JSON na seção Opções do compilador.

7. Verifique o status do trabalho de compilação quando ele for iniciado. Esse status do trabalho 
pode ser encontrado na parte superior da página Trabalho de compilação, conforme mostrado 
na captura de tela a seguir. Você também pode conferir o status na coluna Status.
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8. Verifique o status do trabalho de compilação quando ele for concluído. Você pode verificar o 
status na coluna Status, conforme mostrado na captura de tela a seguir.

Compilar um modelo (Amazon SageMaker SDK)

Você pode usar a compile_modelAPI no Amazon SageMaker SDK para Python para compilar um 
modelo treinado e otimizá-lo para hardware de destino específico. A API deve ser invocada no objeto 
estimador usado durante o treinamento do modelo.
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Note

Você deve definir a variável de MMS_DEFAULT_RESPONSE_TIMEOUT ambiente como 500 ao 
compilar o modelo com o PyTorch MXNet ou. A variável de ambiente não é necessária para 
TensorFlow.

Veja a seguir um exemplo de como você pode compilar um modelo usando o objeto
trained_model_estimator:

# Replace the value of expected_trained_model_input below and
# specify the name & shape of the expected inputs for your trained model
# in json dictionary form
expected_trained_model_input = {'data':[1, 784]}

# Replace the example target_instance_family below to your preferred 
 target_instance_family
compiled_model = trained_model_estimator.compile_model(target_instance_family='ml_c5', 
        input_shape=expected_trained_model_input, 
        output_path='insert s3 output path', 
        env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'})

O código compila o modelo, salva o modelo otimizado em output_path e cria um SageMaker 
modelo que pode ser implantado em um endpoint. Exemplos de blocos de anotações sobre o uso 
do SDK para Python são fornecidos na seção Blocos de anotações de amostra da compilação de 
modelos Neo.

Instâncias de nuvem

O Amazon SageMaker Neo é compatível com frameworks de machine learning conhecidos, como 
TensorFlow, PyTorch, MXNet e muito mais. Você pode implantar seu modelo compilado em 
instâncias de nuvem e instâncias de inferência AWS. Para obter uma lista dos frameworks e dos 
tipos de instâncias compatíveis, consulte Tipos de instâncias compatíveis e frameworks.

Você pode compilar seu modelo de três maneiras: por meio do AWS CLI, Console do SageMaker 
ou SageMaker SDK para Python. Consulte Usar o Neo para compilar um modelo para obter mais 
informações. Depois de compilados, os artefatos do modelo são armazenados no URI do bucket 
do Amazon S3 que você especificou durante o trabalho de compilação. Você pode implantar seu 
modelo compilado em instâncias de nuvem e instâncias de inferência AWS usando o SageMaker 
SDK para Python, AWS SDK for Python (Boto3), AWS CLI ou o console AWS.
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Se você implantar seu modelo usando AWS CLI o console ou o Boto3, deverá selecionar um URI do 
Amazon ECR de imagem do Docker para seu contêiner principal. Consulte Neo Inference Container 
Images para obter uma lista de URIs do Amazon ECR.

Tópicos

• Tipos e estruturas de instância compatíveis

• Implantar um modelo

• Solicitar inferências de um serviço implantado

• Imagens de contêiner de inferência

Tipos e estruturas de instância compatíveis

O Amazon SageMaker Neo oferece suporte a estruturas populares de aprendizado profundo para 
compilação e implantação. Você pode implantar seu modelo em instâncias de nuvem, tipos de 
instância de Inferentia da AWS ou aceleradores Amazon Elastic Inference.

A seguir, descrevemos as estruturas suportadas pelo SageMaker Neo e as instâncias de nuvem de 
destino nas quais você pode compilar e implantar. Para obter informações sobre como implantar 
seu modelo compilado em uma instância de nuvem ou Inferentia, consulte Implantar um modelo 
com instâncias de nuvem. Para obter informações sobre como implantar seu modelo compilado com 
os aceleradores do Elastic Inference, consulte Use EI em endpoints SageMaker hospedados pela 
Amazon.

Instâncias de nuvem

O SageMaker Neo é compatível com as seguintes estruturas de aprendizado profundo para 
instâncias de nuvem de CPU e GPU:

Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacota 
dos em 
*.tar.gz)

Kits de 
ferramentas

MXNet 1.8.0 Compatível 
com 1.8.0 ou 
anterior

Classificação 
de imagens, 
detecção 

Um arquivo 
de símbolos 
(.json) e um 

GluonCV 
v0.8.0
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Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacota 
dos em 
*.tar.gz)

Kits de 
ferramentas

de objetos, 
segmentaç 
ão semântica 
, estimativ 
a de pose, 
reconheci 
mento de 
atividades

arquivo de 
parâmetros 
(.params)

ONNX 1.7.0 Compatível 
com 1.7.0 ou 
anterior

Classificação 
de imagens, 
SVM

Um arquivo 
de modelo 
(.onnx)

 

Keras 2.2.4 Compatível 
com 2.2.4 ou 
anterior

Classificação 
de imagens

Um arquivo 
de definição 
de modelo 
(.h5)

 

PyTorch 1.4, 1.5, 1.6, 
1.7, 1.8, 1.12, 
1.13, ou 2.0

Compatível 
com 1.4, 1.5, 
1.6, 1.7, 1.8, 
1.12, 1.13, e 
2.0

Classificação 
de imagens

As versões 
1.13 e 
2.0 são 
compatíve 
is com 
Detecção 
de Objetos, 
Transform 
ador de Visão 
e HuggingFa 
ce

Um arquivo 
de definição 
de modelo 
(.pt ou .pth) 
com dtype de 
entrada de 
float32
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Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacota 
dos em 
*.tar.gz)

Kits de 
ferramentas

TensorFlow 1.15.3 ou 2.9 Compatível 
com 1.15.3 e 
2.9

Classificação 
de imagens

Para os 
modelos 
salvos, um 
arquivo .pb 
ou um 
arquivo .pbtxt 
e um diretório 
de variáveis 
que contenha 
variáveis

Para modelos 
congelados, 
apenas um 
arquivo .pb 
ou .pbtxt

 

XGBoost 1.3.3 Compatível 
com 1.3.3 ou 
anterior

Árvores de 
decisão

Um arquivo 
de modelo 
XGBoost 
(.model) em 
que o número 
de nós em 
uma árvore 
é menor que 
2^31

 

Note

“Versão do modelo” é a versão da estrutura usada para treinar e exportar o modelo.
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Instance Types (Tipos de instâncias)

Você pode implantar seu modelo compilado do SageMaker em uma das instâncias de nuvem 
listadas abaixo:

Instância Tipo de 
computação

ml_c4 Padrão

ml_c5 Padrão

ml_m4 Padrão

ml_m5 Padrão

ml_p2 Computação 
acelerada

ml_p3 Computação 
acelerada

ml_g4dn Computação 
acelerada

Para obter informações sobre a vCPU, a memória e o preço por hora disponíveis para cada tipo de 
instância, consulte a definição de preços do Amazon SageMaker.

Note

Ao compilar para instâncias ml_* usando a estrutura PyTorch, use o campo de opções 
do compilador na Configuração de saída para fornecer o tipo de dados correto (dtype) da 
entrada do modelo.
O padrão é definido como "float32".

AWS Inferência

O SageMaker Neo é compatível com as seguintes estruturas de aprendizado profundo para Inf1:
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Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacota 
dos em 
*.tar.gz)

Kits de 
ferramentas

MXNet 1.5 or 1.8 Compatível 
com 1.8, 1.5 
ou anterior

Classificação 
de imagens, 
detecção 
de objetos, 
segmentaç 
ão semântica 
, estimativ 
a de pose, 
reconheci 
mento de 
atividades

Um arquivo 
de símbolos 
(.json) e um 
arquivo de 
parâmetros 
(.params)

GluonCV 
v0.8.0

PyTorch 1.7, 1.8 or 1.9 Compatível 
com 1.9 ou 
anterior

Classificação 
de imagens

Um arquivo 
de definição 
de modelo 
(.pt ou .pth) 
com dtype de 
entrada de 
float32

 

TensorFlow 1.15 ou 2.5 Compatível 
com 2.5, 1.15 
ou anterior

Classificação 
de imagens

Para os 
modelos 
salvos, um 
arquivo .pb 
ou um 
arquivo .pbtxt 
e um diretório 
de variáveis 
que contenha 
variáveis
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Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacota 
dos em 
*.tar.gz)

Kits de 
ferramentas

Para modelos 
congelados, 
apenas um 
arquivo .pb 
ou .pbtxt

Note

“Versão do modelo” é a versão da estrutura usada para treinar e exportar o modelo.

Você pode implantar seu modelo compilado pelo SageMaker Neo da AWS em instâncias da AWS 
Amazon EC2 Inf1 baseadas em Inferencia. O Inferentia é o primeiro chip de silício personalizado da 
Amazon projetado para acelerar o aprendizado profundo. Atualmente, você pode usar a instância
ml_inf1 para implantar seus modelos compilados.

Inferentia2 da AWS e Trainium da AWS

Atualmente, você pode implantar seu modelo compilado pelo SageMaker Neo em instâncias AWS 
Amazon EC2 Inf2 baseadas em Inferentia2 (na região Leste dos EUA (Ohio)) e em instâncias 
Amazon EC2 Trn1 baseadas em AWS Trainium (na região Leste dos EUA (Norte da Virgínia)). Para 
obter mais informações sobre os modelos compatíveis nessas instâncias, consulte as Diretrizes de 
ajuste da arquitetura de modelos na documentação do AWS Neuron e os exemplos no repositório 
Neuron Github.

Amazon Elastic Inference

O SageMaker Neo é compatível com as seguintes estruturas de aprendizado profundo para Elastic 
Inference:
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Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacotados 
em *.tar.gz)

TensorFlow 2.3.2 Compatível com 
2.3

Classificação 
de imagens, 
detecção 
de objetos, 
segmentaç 
ão semântica 
, estimativ 
a de pose, 
reconhecimento 
de atividades

Para os modelos 
salvos, um 
arquivo .pb ou 
um arquivo .pbtxt 
e um diretório 
de variáveis 
que contenha 
variáveis.

Para modelos 
congelados, 
apenas um 
arquivo .pb 
ou .pbtxt.

Você pode implantar seu modelo compilado pelo SageMaker NEO em um Elastic Inference 
Accelerator. Para obter mais informações, consulte Use EI em endpoints SageMaker hospedados 
pela Amazon.

Implantar um modelo

Para implantar um modelo compilado com o Amazon SageMaker em um endpoint HTTPS, você deve 
configurar e criar o endpoint para esse modelo usando serviços de hospedagem do SageMaker. 
Atualmente, os desenvolvedores podem usar APIs do Amazon SageMaker para implantar módulos 
em instâncias ml.c5, ml.c4, ml.m5, ml.m4, ml.p3, ml.p2 e ml.inf1.

Para instâncias Inferentia e Trainium, os modelos precisam ser compilados especificamente para 
aquelas instâncias. Não há garantias de que os modelos compilados para outros tipos de instância 
funcionem com instâncias Inferentia ou Trainium.

Para aceleradores Elastic Inference, os modelos precisam ser compilados especificamente para 
dispositivos ml_eia2. Para obter informações sobre como implantar seu modelo compilado em 
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um acelerador do Elastic Inference, consulte. Use EI em endpoints SageMaker hospedados pela 
Amazon

Quando você implanta um modelo compilado, é necessário usar a mesma instância para o 
destino usado para compilação. Isso cria um endpoint do SageMaker que você pode usar para 
realizar inferências. Você pode implantar um modelo compilado pelo Neo usando qualquer um dos 
seguintes: SDK Amazon SageMaker para Python, SDK para Python (Boto3), AWS Command Line 
Interface e o console do SageMaker.

Note

Para implantar um modelo usando AWS CLI, o console ou o Boto3, consulte Imagens 
de contêiner do Neo Inference para selecionar o URI da imagem de inferência para seu 
contêiner primário.

Tópicos

• Pré-requisitos

• Implantar um modelo compilado usando o SDK do SageMaker

• Implante um modelo compilado usando o Boto3

• Implante um modelo compilado usando o AWS CLI

• Implante um modelo compilado usando o console

Pré-requisitos

Note

Siga as instruções nesta seção se você compilou seu modelo usando o console do 
SageMaker ou usando AWS SDK for Python (Boto3), AWS CLI ou o console do SageMaker.

Para criar um modelo compilado pelo Neo do SageMaker, você precisa do seguinte:

1. Um URI do Amazon ECR de imagem do Docker. Você pode selecionar um que atenda às suas 
necessidades nesta lista.

2. Um arquivo de script de ponto de entrada:
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a. Para modelos PyTorch e MXNet:

Se você treinou seu modelo usando o SageMaker, o script de treinamento deve 
implementar as funções descritas abaixo. O script de treinamento serve como o script de 
ponto de entrada durante a inferência. No exemplo detalhado em Treinamento, compilação 
e implantação do MNIST com o módulo MXNet e o SageMaker Neo, o script de treinamento 
(mnist.py) implementa as funções necessárias.

Se você não treinou seu modelo usando o SageMaker, precisará fornecer um arquivo script 
(inference.py) de ponto de entrada que possa ser usado no momento da inferência. 
Com base na estrutura — MXNet ou PyTorch — a localização do script de inferência deve 
estar em conformidade com a estrutura de diretórios do modelo SDK do SageMaker Python 
para MXNet ou  com a estrutura de diretórios do modelo para PyTorch.

Ao usar imagens do Neo Inference Optimized Container com PyTorch e MXNet em tipos de 
instância de CPU e GPU, o script de inferência deve implementar as seguintes funções:

• model_fn: carrega o modelo. (Optional)

• input_fn: converte a carga útil da solicitação recebida em uma matriz numérica.

• predict_fn: executa a previsão.

• output_fn: converte a saída de previsão na carga útil de resposta.

• Como alternativa, você pode definir transform_fn para combinar input_fn,
predict_fn e output_fn.

A seguir estão exemplos de script inference.py em um diretório chamado code (code/
inference.py) para PyTorch e MXNet (Gluon e Module). Os exemplos primeiro carregam 
o modelo e depois o servem em dados de imagem em uma GPU:

MXNet Module

import numpy as np
import json
import mxnet as mx
import neomx  # noqa: F401
from collections import namedtuple

Batch = namedtuple('Batch', ['data'])
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# Change the context to mx.cpu() if deploying to a CPU endpoint
ctx = mx.gpu()

def model_fn(model_dir): 
    # The compiled model artifacts are saved with the prefix 'compiled' 
    sym, arg_params, aux_params = mx.model.load_checkpoint('compiled', 0) 
    mod = mx.mod.Module(symbol=sym, context=ctx, label_names=None) 
    exe = mod.bind(for_training=False, 
                   data_shapes=[('data', (1,3,224,224))], 
                   label_shapes=mod._label_shapes) 
    mod.set_params(arg_params, aux_params, allow_missing=True) 
     
    # Run warm-up inference on empty data during model load (required for 
 GPU) 
    data = mx.nd.empty((1,3,224,224), ctx=ctx) 
    mod.forward(Batch([data])) 
    return mod

def transform_fn(mod, image, input_content_type, output_content_type): 
    # pre-processing 
    decoded = mx.image.imdecode(image) 
    resized = mx.image.resize_short(decoded, 224) 
    cropped, crop_info = mx.image.center_crop(resized, (224, 224)) 
    normalized = mx.image.color_normalize(cropped.astype(np.float32) / 255, 
                                  mean=mx.nd.array([0.485, 0.456, 0.406]), 
                                  std=mx.nd.array([0.229, 0.224, 0.225])) 
    transposed = normalized.transpose((2, 0, 1)) 
    batchified = transposed.expand_dims(axis=0) 
    casted = batchified.astype(dtype='float32') 
    processed_input = casted.as_in_context(ctx) 

    # prediction/inference 
    mod.forward(Batch([processed_input])) 

    # post-processing 
    prob = mod.get_outputs()[0].asnumpy().tolist() 
    prob_json = json.dumps(prob) 
    return prob_json, output_content_type

MXNet Gluon

import numpy as np
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import json
import mxnet as mx
import neomx  # noqa: F401

# Change the context to mx.cpu() if deploying to a CPU endpoint
ctx = mx.gpu()

def model_fn(model_dir): 
    # The compiled model artifacts are saved with the prefix 'compiled' 
    block = mx.gluon.nn.SymbolBlock.imports('compiled-symbol.json',
['data'],'compiled-0000.params', ctx=ctx) 
     
    # Hybridize the model & pass required options for Neo: static_alloc=True 
 & static_shape=True 
    block.hybridize(static_alloc=True, static_shape=True) 
     
    # Run warm-up inference on empty data during model load (required for 
 GPU) 
    data = mx.nd.empty((1,3,224,224), ctx=ctx) 
    warm_up = block(data) 
    return block

def input_fn(image, input_content_type): 
    # pre-processing 
    decoded = mx.image.imdecode(image) 
    resized = mx.image.resize_short(decoded, 224) 
    cropped, crop_info = mx.image.center_crop(resized, (224, 224)) 
    normalized = mx.image.color_normalize(cropped.astype(np.float32) / 255, 
                                  mean=mx.nd.array([0.485, 0.456, 0.406]), 
                                  std=mx.nd.array([0.229, 0.224, 0.225])) 
    transposed = normalized.transpose((2, 0, 1)) 
    batchified = transposed.expand_dims(axis=0) 
    casted = batchified.astype(dtype='float32') 
    processed_input = casted.as_in_context(ctx) 
    return processed_input

def predict_fn(processed_input_data, block): 
    # prediction/inference 
    prediction = block(processed_input_data) 
    return prediction

def output_fn(prediction, output_content_type): 
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    # post-processing 
    prob = prediction.asnumpy().tolist() 
    prob_json = json.dumps(prob) 
    return prob_json, output_content_type

PyTorch 1.4 and Older

import os
import torch
import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision.transforms as transforms
from PIL import Image
import io
import json
import pickle

def model_fn(model_dir): 
    """Load the model and return it. 
    Providing this function is optional. 
    There is a default model_fn available which will load the model 
    compiled using SageMaker Neo. You can override it here. 

    Keyword arguments: 
    model_dir -- the directory path where the model artifacts are present 
    """ 

    # The compiled model is saved as "compiled.pt" 
    model_path = os.path.join(model_dir, 'compiled.pt') 
    with torch.neo.config(model_dir=model_dir, neo_runtime=True): 
        model = torch.jit.load(model_path) 
        device = torch.device("cuda" if torch.cuda.is_available() else 
 "cpu") 
        model = model.to(device) 

    # We recommend that you run warm-up inference during model load 
    sample_input_path = os.path.join(model_dir, 'sample_input.pkl') 
    with open(sample_input_path, 'rb') as input_file: 
        model_input = pickle.load(input_file) 
    if torch.is_tensor(model_input): 
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        model_input = model_input.to(device) 
        model(model_input) 
    elif isinstance(model_input, tuple): 
        model_input = (inp.to(device) for inp in model_input if 
 torch.is_tensor(inp)) 
        model(*model_input) 
    else: 
        print("Only supports a torch tensor or a tuple of torch tensors") 
        return model

def transform_fn(model, request_body, request_content_type, 
                 response_content_type): 
    """Run prediction and return the output. 
    The function 
    1. Pre-processes the input request 
    2. Runs prediction 
    3. Post-processes the prediction output. 
    """ 
    # preprocess 
    decoded = Image.open(io.BytesIO(request_body)) 
    preprocess = transforms.Compose([ 
        transforms.Resize(256), 
        transforms.CenterCrop(224), 
        transforms.ToTensor(), 
        transforms.Normalize( 
            mean=[ 
                0.485, 0.456, 0.406], std=[ 
                0.229, 0.224, 0.225]), 
    ]) 
    normalized = preprocess(decoded) 
    batchified = normalized.unsqueeze(0) 
    # predict 
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu") 
    batchified = batchified.to(device) 
    output = model.forward(batchified) 

    return json.dumps(output.cpu().numpy().tolist()), response_content_type

PyTorch 1.5 and Newer

import os
import torch
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import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision.transforms as transforms
from PIL import Image
import io
import json
import pickle

def model_fn(model_dir): 
    """Load the model and return it. 
    Providing this function is optional. 
    There is a default_model_fn available, which will load the model 
    compiled using SageMaker Neo. You can override the default here. 
    The model_fn only needs to be defined if your model needs extra 
    steps to load, and can otherwise be left undefined. 

    Keyword arguments: 
    model_dir -- the directory path where the model artifacts are present 
    """ 

    # The compiled model is saved as "model.pt" 
    model_path = os.path.join(model_dir, 'model.pt') 
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu") 
    model = torch.jit.load(model_path, map_location=device) 
    model = model.to(device) 

    return model

def transform_fn(model, request_body, request_content_type, 
                    response_content_type): 
    """Run prediction and return the output. 
    The function 
    1. Pre-processes the input request 
    2. Runs prediction 
    3. Post-processes the prediction output. 
    """ 
    # preprocess 
    decoded = Image.open(io.BytesIO(request_body)) 
    preprocess = transforms.Compose([ 
                                transforms.Resize(256), 
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                                transforms.CenterCrop(224), 
                                transforms.ToTensor(), 
                                transforms.Normalize( 
                                    mean=[ 
                                        0.485, 0.456, 0.406], std=[ 
                                        0.229, 0.224, 0.225]), 
                                    ]) 
    normalized = preprocess(decoded) 
    batchified = normalized.unsqueeze(0) 
     
    # predict 
    device = torch.device("cuda" if torch.cuda.is_available() else "cpu") 
    batchified = batchified.to(device) 
    output = model.forward(batchified) 
    return json.dumps(output.cpu().numpy().tolist()), response_content_type  
                                                
                                             

b. Para instâncias inf1 ou imagens de contêiner onnx, xgboost e keras

Para todas as outras imagens de contêiner otimizadas pelo Neo Inference ou tipos de 
instância de inferência, o script de ponto de entrada deve implementar as seguintes funções 
para o Neo Deep Learning Runtime:

• neo_preprocess: converte a carga útil da solicitação recebida em uma matriz numérica.

• neo_postprocess: converte a saída de previsão do Neo Deep Learning Runtime no 
corpo da resposta.

Note

Nenhuma dessas duas funções usa qualquer funcionalidade do MXNet, do 
PyTorch ou do TensorFlow.

Para obter exemplos de como usar essas funções, consulte Blocos de anotações de 
amostra de compilação de modelos Neo.

c. Modelos TensorFlow

Se seu modelo exigir uma lógica personalizada de pré e pós-processamento antes 
que os dados sejam enviados ao modelo, você deverá especificar um arquivo de script
inference.py de ponto de entrada que possa ser usado no momento da inferência. O 
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script deve implementar um par de funções input_handler eoutput_handler ou uma 
única função de manipulador.

Note

Observe que, se a função do manipulador for implementada, input_handler e
output_handler são ignoradas.

Veja a seguir um exemplo de código de script inference.py que você pode montar 
com o modelo de compilação para realizar o pré-processamento e o pós-processamento 
personalizados em um modelo de classificação de imagens. O cliente do SageMaker envia 
o arquivo de imagem como um tipo de conteúdo application/x-image para a função
input_handler, onde ele é convertido em JSON. O arquivo de imagem convertido é 
então enviado para o Tensorflow Model Server (TFX) usando a API REST.

import json
import numpy as np
import json
import io
from PIL import Image

def input_handler(data, context): 
    """ Pre-process request input before it is sent to TensorFlow Serving REST 
 API 
     
    Args: 
    data (obj): the request data, in format of dict or string 
    context (Context): an object containing request and configuration details 
     
    Returns: 
    (dict): a JSON-serializable dict that contains request body and headers 
    """ 
    f = data.read() 
    f = io.BytesIO(f) 
    image = Image.open(f).convert('RGB') 
    batch_size = 1 
    image = np.asarray(image.resize((512, 512))) 
    image = np.concatenate([image[np.newaxis, :, :]] * batch_size) 
    body = json.dumps({"signature_name": "serving_default", "instances": 
 image.tolist()}) 
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    return body

def output_handler(data, context): 
    """Post-process TensorFlow Serving output before it is returned to the 
 client. 
     
    Args: 
    data (obj): the TensorFlow serving response 
    context (Context): an object containing request and configuration details 
     
    Returns: 
    (bytes, string): data to return to client, response content type 
    """ 
    if data.status_code != 200: 
        raise ValueError(data.content.decode('utf-8')) 

    response_content_type = context.accept_header 
    prediction = data.content 
    return prediction, response_content_type

Se não houver pré-processamento ou pós-processamento personalizado, o cliente do 
SageMaker converte a imagem do arquivo em JSON de forma semelhante antes de enviá-la 
para o endpoint do SageMaker.

Para obter mais informações, consulte Implantação em endpoints de serviço do TensorFlow 
no SDK do SageMaker Python.

3. O URI do bucket do Amazon S3 que contém os artefatos do modelo compilado.

Implantar um modelo compilado usando o SDK do SageMaker

Você deve satisfazer à seção de pré-requisitos se o modelo tiver sido compilado usando o 
console do Amazon SageMaker ou o AWS SDK for Python (Boto3) console do AWS CLI Amazon 
SageMaker. Siga um dos seguintes casos de uso para implantar um modelo compilado com o 
SageMaker Neo com base na forma como você compilou seu modelo.

Tópicos

• Se você compilou seu modelo usando o SDK do SageMaker

• Se você compilou seu modelo usando MXNet ou PyTorch

• Se você compilou seu modelo usando o Boto3, o console do SageMaker ou a CLI do TensorFlow
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Se você compilou seu modelo usando o SDK do SageMaker

O identificador de objeto sagemaker.Model para o modelo compilado fornece a função deploy(), 
que permite criar um endpoint para atender a solicitações de inferência. A função permite definir o 
número e o tipo de instâncias usadas para o endpoint. Você deve escolher uma instância para a qual 
compilou seu modelo. Por exemplo, no trabalho compilado na seção Compilar um modelo (Amazon 
SageMaker SDK), isso é ml_c5.

predictor = compiled_model.deploy(initial_instance_count = 1, instance_type = 
 'ml.c5.4xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)

Se você compilou seu modelo usando MXNet ou PyTorch

Crie o modelo do SageMaker e implante-o usando a API deploy () nas APIs de modelo 
específicas da estrutura. Para MXNet, é MxNetModel e para PyTorch, é PyTorchModel. 
Ao criar e implantar um modelo do SageMaker, você deve definir a variável de ambiente
MMS_DEFAULT_RESPONSE_TIMEOUT para 500 e especificar o parâmetro entry_point como o 
script de inferência (inference.py) e o parâmetro source_dir como a localização do diretório 
(code) do script de inferência. Para preparar o script de inferência (inference.py), siga a etapa 
Pré-requisitos.

O exemplo a seguir mostra como usar essas funções para implantar um modelo compilado usando o 
SageMaker SDK para Python:

MXNet

from sagemaker.mxnet import MXNetModel

# Create SageMaker model and deploy an endpoint
sm_mxnet_compiled_model = MXNetModel( 
    model_data='insert S3 path of compiled MXNet model archive', 
    role='AmazonSageMaker-ExecutionRole', 
    entry_point='inference.py', 
    source_dir='code', 
    framework_version='1.8.0', 
    py_version='py3', 
    image_uri='insert appropriate ECR Image URI for MXNet', 
    env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'},
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)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_mxnet_compiled_model.deploy(initial_instance_count = 1, instance_type 
 = 'ml.p3.2xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)                   

PyTorch 1.4 and Older

from sagemaker.pytorch import PyTorchModel

# Create SageMaker model and deploy an endpoint
sm_pytorch_compiled_model = PyTorchModel( 
    model_data='insert S3 path of compiled PyTorch model archive', 
    role='AmazonSageMaker-ExecutionRole', 
    entry_point='inference.py', 
    source_dir='code', 
    framework_version='1.4.0', 
    py_version='py3', 
    image_uri='insert appropriate ECR Image URI for PyTorch', 
    env={'MMS_DEFAULT_RESPONSE_TIMEOUT': '500'},
)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_pytorch_compiled_model.deploy(initial_instance_count = 1, 
 instance_type = 'ml.p3.2xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)

PyTorch 1.5 and Newer

from sagemaker.pytorch import PyTorchModel

# Create SageMaker model and deploy an endpoint
sm_pytorch_compiled_model = PyTorchModel( 
    model_data='insert S3 path of compiled PyTorch model archive', 
    role='AmazonSageMaker-ExecutionRole', 
    entry_point='inference.py', 
    source_dir='code', 
    framework_version='1.5', 
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    py_version='py3', 
    image_uri='insert appropriate ECR Image URI for PyTorch',
)

# Replace the example instance_type below to your preferred instance_type
predictor = sm_pytorch_compiled_model.deploy(initial_instance_count = 1, 
 instance_type = 'ml.p3.2xlarge')

# Print the name of newly created endpoint
print(predictor.endpoint_name)                                 
                             

Note

As políticas AmazonSageMakerFullAccess e AmazonS3ReadOnlyAccess devem ser 
anexadas à função IAM AmazonSageMaker-ExecutionRole.

Se você compilou seu modelo usando o Boto3, o console do SageMaker ou a CLI do TensorFlow

Construa um objeto TensorFlowModel e chame implantar:

role='AmazonSageMaker-ExecutionRole'
model_path='S3 path for model file'
framework_image='inference container arn'
tf_model = TensorFlowModel(model_data=model_path, 
                framework_version='1.15.3', 
                role=role,  
                image_uri=framework_image)
instance_type='ml.c5.xlarge'
predictor = tf_model.deploy(instance_type=instance_type, 
                    initial_instance_count=1)

Consulte Implantação diretamente dos artefatos do modelo para obter mais informações.

Você pode selecionar uma imagem do Docker (URI do Amazon ECR) que atenda às suas 
necessidades nessa lista.

Para obter mais informações sobre como construir um objeto TensorFlowModel, consulte o
SageMaker SDK.
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Note

Sua primeira solicitação de inferência pode ter alta latência se você implantar seu modelo 
em uma GPU. Isso ocorre porque um kernel de computação otimizado é feito na primeira 
solicitação de inferência. Recomendamos que você crie um arquivo de aquecimento das 
solicitações de inferência e o armazene junto com seu arquivo de modelo antes de enviá-lo 
para um TFX. Isso é conhecido como “aquecimento” do modelo.

O trecho de código a seguir demonstra como produzir o arquivo de aquecimento para o exemplo de 
classificação de imagens na seção de pré-requisitos:

import tensorflow as tf
from tensorflow_serving.apis import classification_pb2
from tensorflow_serving.apis import inference_pb2
from tensorflow_serving.apis import model_pb2
from tensorflow_serving.apis import predict_pb2
from tensorflow_serving.apis import prediction_log_pb2
from tensorflow_serving.apis import regression_pb2
import numpy as np

with tf.python_io.TFRecordWriter("tf_serving_warmup_requests") as writer:        
    img = np.random.uniform(0, 1, size=[224, 224, 3]).astype(np.float32) 
    img = np.expand_dims(img, axis=0) 
    test_data = np.repeat(img, 1, axis=0) 
    request = predict_pb2.PredictRequest() 
    request.model_spec.name = 'compiled_models' 
    request.model_spec.signature_name = 'serving_default' 
    request.inputs['Placeholder:0'].CopyFrom(tf.compat.v1.make_tensor_proto(test_data, 
 shape=test_data.shape, dtype=tf.float32)) 
    log = prediction_log_pb2.PredictionLog( 
    predict_log=prediction_log_pb2.PredictLog(request=request)) 
    writer.write(log.SerializeToString())

Para obter mais informações sobre como “aquecer” seu modelo, consulte a página do TensorFlow 
TFX.

Implante um modelo compilado usando o Boto3

Você deve satisfazer à seção de pré-requisitos se o modelo tiver sido compilado usando o console 
do Amazon SageMaker o console AWS SDK for Python (Boto3), AWS CLI ou Amazon SageMaker. 
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Siga as etapas abaixo para criar e implantar um modelo compilado pelo SageMaker Neo usando o
SDK for Python da Amazon Web Services para Python (Boto3).

Tópicos

• Implante o modelo

Implante o modelo

Depois de atender aos pré-requisitos, use as APIs create_model, create_enpoint_config e
create_endpoint.

O exemplo a seguir mostra como usar essas APIs para implantar um modelo compilado com o Neo:

import boto3
client = boto3.client('sagemaker')

# create sagemaker model
create_model_api_response = client.create_model( 
                                    ModelName='my-sagemaker-model', 
                                    PrimaryContainer={ 
                                        'Image': <insert the ECR Image URI>, 
                                        'ModelDataUrl': 's3://path/to/model/artifact/
model.tar.gz', 
                                        'Environment': {} 
                                    }, 
                                    ExecutionRoleArn='ARN for AmazonSageMaker-
ExecutionRole'
                            )

print ("create_model API response", create_model_api_response)

# create sagemaker endpoint config
create_endpoint_config_api_response = client.create_endpoint_config( 
                                            EndpointConfigName='sagemaker-neomxnet-
endpoint-configuration', 
                                            ProductionVariants=[ 
                                                { 
                                                    'VariantName': <provide your 
 variant name>, 
                                                    'ModelName': 'my-sagemaker-model', 
                                                    'InitialInstanceCount': 1, 
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                                                    'InstanceType': <provide your 
 instance type here>
                                                }, 
                                            ] 
                                       )

print ("create_endpoint_config API response", create_endpoint_config_api_response)

# create sagemaker endpoint
create_endpoint_api_response = client.create_endpoint( 
                                    EndpointName='provide your endpoint name', 
                                    EndpointConfigName=<insert your endpoint config 
 name>, 
                                )

print ("create_endpoint API response", create_endpoint_api_response)             

Note

As políticas AmazonSageMakerFullAccess e AmazonS3ReadOnlyAccess devem ser 
anexadas à função IAM AmazonSageMaker-ExecutionRole.

Para obter a sintaxe completa das APIs create_model, create_endpoint_config e
create_endpoint, consulte create_model, create_endpoint_config e create_endpoint, 
respectivamente.

Se você não treinou seu modelo usando o SageMaker, especifique as seguintes variáveis de 
ambiente:

MXNet and PyTorch

"Environment": { 
    "SAGEMAKER_PROGRAM": "inference.py", 
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code", 
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
    "SAGEMAKER_REGION": "insert your region", 
    "MMS_DEFAULT_RESPONSE_TIMEOUT": "500"
}
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TensorFlow

"Environment": { 
    "SAGEMAKER_PROGRAM": "inference.py", 
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code", 
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
    "SAGEMAKER_REGION": "insert your region"
}

Se você treinou seu modelo usando o SageMaker, especifique a variável
SAGEMAKER_SUBMIT_DIRECTORY de ambiente como o URI completo do bucket do Amazon S3 que 
contém o script de treinamento.

Implante um modelo compilado usando o AWS CLI

Você deve satisfazer à seção de pré-requisitos se o modelo tiver sido compilado usando o console 
do Amazon SageMaker o console AWS SDK for Python (Boto3), AWS CLI ou Amazon SageMaker. 
Siga as etapas abaixo para criar e implantar um modelo compilado pelo SageMaker Neo usando o
AWS CLI.

Tópicos

• Implante o modelo

Implante o modelo

Depois de atender aos pré-requisitos, use os comandos create-model, create-enpoint-
config e create-endpoint AWS CLI. O exemplo a seguir mostra como usar esses comandos 
para implantar um modelo compilado com o Neo:

Criar um modelo

Em Neo Inference Container Images, selecione o URI da imagem de inferência e use a API create-
model para criar um modelo do SageMaker. Você pode fazer isso em duas etapas:

1. Crie um arquivo create_model.json. No arquivo, especifique o nome do modelo, o URI da 
imagem, o caminho para o arquivo model.tar.gz em seu bucket do Amazon S3 e sua função 
de execução do SageMaker:

{ 
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    "ModelName": "insert model name", 
    "PrimaryContainer": { 
        "Image": "insert the ECR Image URI", 
        "ModelDataUrl": "insert S3 archive URL", 
        "Environment": {"See details below"} 
    }, 
    "ExecutionRoleArn": "ARN for AmazonSageMaker-ExecutionRole"
}

Se você treinou seu modelo usando o SageMaker, especifique as seguintes variáveis de 
ambiente:

"Environment": { 
    "SAGEMAKER_SUBMIT_DIRECTORY" : "[Full S3 path for *.tar.gz file containing the 
 training script]"
}

Se você não treinou seu modelo usando o SageMaker, especifique as seguintes variáveis de 
ambiente:

MXNet and PyTorch

"Environment": { 
    "SAGEMAKER_PROGRAM": "inference.py", 
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code", 
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
    "SAGEMAKER_REGION": "insert your region", 
    "MMS_DEFAULT_RESPONSE_TIMEOUT": "500"
}

TensorFlow

"Environment": { 
    "SAGEMAKER_PROGRAM": "inference.py", 
    "SAGEMAKER_SUBMIT_DIRECTORY": "/opt/ml/model/code", 
    "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
    "SAGEMAKER_REGION": "insert your region"
}
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Note

As políticas AmazonSageMakerFullAccess e AmazonS3ReadOnlyAccess devem ser 
anexadas à função IAM AmazonSageMaker-ExecutionRole.

2. Execute o seguinte comando:

aws sagemaker create-model --cli-input-json file://create_model.json

Para a sintaxe completa da API create-model, consulte create-model.

Criar uma configuração de endpoint

Depois de criar um modelo do SageMaker, crie a configuração do endpoint usando a API
create-endpoint-config. Para fazer isso, crie um arquivo JSON com as especificações de 
configuração do endpoint. Por exemplo, você pode usar o seguinte modelo de código e salvá-lo 
como create_config.json:

{ 
    "EndpointConfigName": "<provide your endpoint config name>", 
    "ProductionVariants": [ 
        { 
            "VariantName": "<provide your variant name>", 
            "ModelName": "my-sagemaker-model", 
            "InitialInstanceCount": 1, 
            "InstanceType": "<provide your instance type here>", 
            "InitialVariantWeight": 1.0 
        } 
    ]
}

Agora execute o seguinte comando AWS CLI para criar a configuração personalizada de operador.

aws sagemaker create-endpoint-config --cli-input-json file://create_config.json

Para a sintaxe completa da API create-endpoint-config, consulte create-endpoint-
config.
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Criar um endpoint

Depois de criar sua configuração de endpoint, crie um endpoint usando a API create-endpoint:

aws sagemaker create-endpoint --endpoint-name '<provide your endpoint name>' --
endpoint-config-name '<insert your endpoint config name>'

Para a sintaxe completa da API create-endpoint, consulte create-endpoint.

Implante um modelo compilado usando o console

Você deve satisfazer à seção de pré-requisitos se o modelo tiver sido compilado usando o console 
AWS SDK for Python (Boto3), AWS CLI ou do Amazon SageMaker. Siga as etapas abaixo para criar 
e implantar um modelo compilado pelo SageMaker Neo usando o console do SageMaker https://
console.aws.amazon.com/ SageMaker.

Tópicos

• Implante o modelo

Implante o modelo

Depois de atender aos pré-requisitos, use as etapas a seguir para implantar um modelo compilado 
com o Neo:

1. Escolha Models (Modelos) e depois Create models (Criar modelos) no grupo Inference 
(Inferência). Na página Criar modelo, preencha os campos Nome do modelo, Função do IAM e, 
se necessário, VPC (opcional).
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2. Para adicionar informações sobre o contêiner usado para implantar o modelo, selecione
Adicionar contêiner e Próximo. Preencha os campos Opções de entrada de contêiner, Local de 
imagem do código de inferência e Local dos artefatos do modelo e, opcionalmente, Nome de 
host do contêiner e Variáveis de ambiente.
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3. Para implantar modelos compilados pelo Neo, escolha o seguinte:

• Opções de entrada de contêiner: escolha Fornecer artefatos do modelo e a imagem de 
inferência:

• Localização da imagem do código de inferência: escolha o URI da imagem de inferência em
Neo Inference Container Images, dependendo da AWS região e do tipo de aplicativo.

• Local dos artefatos do modelo: insira o URI completo do bucket do S3 do artefato do modelo 
compilado gerado pela API de compilação do Neo.

• Variáveis de ambiente:
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• Deixe esse campo em branco para o SageMaker XGBoost.

• Se você treinou seu modelo usando o SageMaker, especifique a variável
SAGEMAKER_SUBMIT_DIRECTORY de ambiente como o URI do bucket do Amazon S3 que 
contém o script de treinamento.

• Se você não treinou seu modelo usando o SageMaker, especifique as seguintes variáveis 
de ambiente:

Chave Valores para MXNet e 
PyTorch

Valores do TensorFlow

PROGRAMA_ 
SAGEMAKER

inference.py inference.py

SAGEMAKER_SUBMIT_D 
IRECTORY

/opt/ml/modelo/código /opt/ml/modelo/código

SAGEMAKER_CONTAINE 
R_LOG_LEVEL

20 20

SAGEMAKER_REGION <your region> <your region>

MMS_DEFAULT_RESPON 
SE_TIMEOUT

500 Deixe esse campo em 
branco para TF

4. Confirme se as informações dos contêineres são precisas e, em seguida, escolha Create model 
(Criar modelo). Na página de destino Criar modelo, escolha Criar endpoint.
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5. No diagrama Criar e configurar endpoint, especifique o Nome do endpoint. Para Anexar 
configuração do endpoint, escolha Criar uma nova configuração do endpoint.

6. Na página Nova configuração do endpoint, especifique Nome da configuração do endpoint.
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7. Escolha Editar ao lado do nome do modelo e especifique o Tipo de instância correto na página
Editar variante de produção. É imperativo que o valor de Tipo de instância corresponda ao 
especificado no trabalho de compilação.
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8. Escolha Save (Salvar).

9. Na página Nova configuração de endpoint, escolha Criar configuração de endpoint e, em 
seguida, escolha Criar endpoint.

Solicitar inferências de um serviço implantado

Se você seguiu as instruções em Implantar um modelo, deve ter um endpoint do SageMaker 
configurado e em execução. Independentemente de como você implantou seu modelo compilado 
pelo Neo, há três maneiras de enviar solicitações de inferência:

Tópicos

• Solicitar inferências de um serviço implantado (Amazon SageMaker SDK)

• Solicitar inferências de um serviço implantado (Boto3)

• Solicitar inferências de um serviço implantado (AWS CLI)

Solicitar inferências de um serviço implantado (Amazon SageMaker SDK)

Use os exemplos de código a seguir para solicitar inferências do seu serviço implantado com base 
na estrutura que você usou para treinar seu modelo. Os exemplos de código para as diferentes 
estruturas são semelhantes. A principal diferença é que o TensorFlow exige application/json
como o tipo de conteúdo.
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PyTorch e MXNet

Se você estiver usando o PyTorch v1.4 ou posterior ou o MXNet 1.7.0 ou posterior, e tiver um 
endpoint InService do Amazon SageMaker, poderá fazer solicitações de inferência usando o 
pacote predictor do SDK do SageMaker para Python.

Note

A API varia de acordo com a versão do SDK do SageMaker para Python:

• Para a versão 1.x, use RealTimePredictor e API Predict.

• Para a versão 2.x, use Predictor e API Predict.

O exemplo de código a seguir mostra como usar essas APIs para enviar uma imagem para 
inferência:

SageMaker Python SDK v1.x

from sagemaker.predictor import RealTimePredictor

endpoint = 'insert name of your endpoint here'

# Read image into memory
payload = None
with open("image.jpg", 'rb') as f: 
    payload = f.read()

predictor = RealTimePredictor(endpoint=endpoint, content_type='application/x-image')
inference_response = predictor.predict(data=payload)
print (inference_response)

SageMaker Python SDK v2.x

from sagemaker.predictor import Predictor

endpoint = 'insert name of your endpoint here'

# Read image into memory
payload = None
with open("image.jpg", 'rb') as f: 
    payload = f.read() 
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predictor = Predictor(endpoint)
inference_response = predictor.predict(data=payload)
print (inference_response)

TensorFlow

O exemplo de código a seguir mostra como usar a API do SageMaker Python SDK para enviar uma 
imagem para inferência:

from sagemaker.predictor import Predictor
from PIL import Image
import numpy as np
import json

endpoint = 'insert the name of your endpoint here'

# Read image into memory
image = Image.open(input_file)
batch_size = 1
image = np.asarray(image.resize((224, 224)))
image = image / 128 - 1
image = np.concatenate([image[np.newaxis, :, :]] * batch_size)
body = json.dumps({"instances": image.tolist()}) 
     
predictor = Predictor(endpoint)
inference_response = predictor.predict(data=body)
print(inference_response)

Solicitar inferências de um serviço implantado (Boto3)

Você pode enviar solicitações de inferência usando o cliente e a API
invoke_endpoint()InService do SageMaker SDK para Python (Boto3) depois de ter um 
endpoint do SageMaker. O exemplo de código a seguir mostra como enviar uma imagem para 
inferência:

PyTorch and MXNet

import boto3

import json 

Instâncias de nuvem 4756

https://boto3.amazonaws.com/v1/documentation/api/latest/reference/services/sagemaker-runtime.html#SageMakerRuntime.Client.invoke_endpoint


Amazon SageMaker Guia do Desenvolvedor

 
endpoint = 'insert name of your endpoint here'
 
runtime = boto3.Session().client('sagemaker-runtime') 
  
# Read image into memory
with open(image, 'rb') as f: 
    payload = f.read()
# Send image via InvokeEndpoint API
response = runtime.invoke_endpoint(EndpointName=endpoint, ContentType='application/
x-image', Body=payload)

# Unpack response
result = json.loads(response['Body'].read().decode())

TensorFlow

Para o TensorFlow, envie uma entrada com application/json como o tipo de conteúdo.

from PIL import Image
import numpy as np
import json
import boto3

client = boto3.client('sagemaker-runtime')  
input_file = 'path/to/image'
image = Image.open(input_file)
batch_size = 1
image = np.asarray(image.resize((224, 224)))
image = image / 128 - 1
image = np.concatenate([image[np.newaxis, :, :]] * batch_size)
body = json.dumps({"instances": image.tolist()})
ioc_predictor_endpoint_name = 'insert name of your endpoint here'
content_type = 'application/json'    
ioc_response = client.invoke_endpoint( 
    EndpointName=ioc_predictor_endpoint_name, 
    Body=body, 
    ContentType=content_type 
 )

XGBoost

Para o aplicativo XGBoost, você deve enviar um texto CSV em vez disso:

Instâncias de nuvem 4757



Amazon SageMaker Guia do Desenvolvedor

import boto3
import json 
  
endpoint = 'insert your endpoint name here'
 
runtime = boto3.Session().client('sagemaker-runtime') 
  
csv_text = '1,-1.0,1.0,1.5,2.6'
# Send CSV text via InvokeEndpoint API
response = runtime.invoke_endpoint(EndpointName=endpoint, ContentType='text/csv', 
 Body=csv_text)
# Unpack response
result = json.loads(response['Body'].read().decode())

Observe que o BYOM permite um tipo de conteúdo personalizado. Para obter mais informações, 
consulte runtime_InvokeEndpoint.

Solicitar inferências de um serviço implantado (AWS CLI)

Solicitações de inferência podem ser feitas com sagemaker-runtime invoke-endpoint uma 
vez que você tenha um endpoint do Amazon SageMaker InService. Você pode fazer solicitações 
de inferência com o AWS Command Line Interface (AWS CLI). O exemplo de código a seguir mostra 
como enviar uma imagem para inferência:

aws sagemaker-runtime invoke-endpoint --endpoint-name 'insert name of your endpoint 
 here' --body fileb://image.jpg --content-type=application/x-image output_file.txt

Um output_file.txt com informações sobre suas solicitações de inferência é feito se a 
inferência for bem-sucedida.

Para o TensorFlow, envie uma entrada com application/json como o tipo de conteúdo.

aws sagemaker-runtime invoke-endpoint --endpoint-name 'insert name of your endpoint 
 here' --body fileb://input.json --content-type=application/json output_file.txt

Imagens de contêiner de inferência

O SageMaker Neo agora fornece informações de URI de imagem de inferência para destinos ml_*. 
Para obter mais informações, consulte DescribeCompilationJob.
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Com base no seu caso de uso, substitua a parte destacada no modelo de URI da imagem de 
inferência fornecido abaixo pelos valores adequados.

Amazon SageMaker XGBoost

aws_account_id.dkr.ecr.aws_region.amazonaws.com/xgboost-neo:latest

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou.

Keras

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-keras:fx_version-
instance_type-py3

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou.

Substitua fx_version por 2.2.4.

Substitua instance_type por cpu ou gpu.

MXNet

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
mxnet:fx_version-instance_type-py3

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou.

Substitua fx_version por 1.8.0.

Substitua instance_type por cpu ou gpu.

Inferentia1

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
mxnet:fx_version-instance_type-py3
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Substitua aws_region por us-east-1 ou us-west-2.

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou.

Substitua fx_version por 1.5.1.

Substitua instance_type pelo inf.

ONNX

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-onnx:fx_version-
instance_type-py3

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou.

Substitua fx_version por 1.5.0.

Substitua instance_type por cpu ou gpu.

PyTorch

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
pytorch:fx_version-instance_type-py3

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou.

Substitua fx_version por 1.4, 1.5, 1.6, 1.7, 1.8, 1.12, 1.13 ou 2.0.

Substitua instance_type por cpu ou gpu.

Inferentia1

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
pytorch:fx_version-instance_type-py3
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Substitua aws_region por us-east-1 ou us-west-2.

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou.

Substitua fx_version por 1.5.1.

Substitua instance_type pelo inf.

Inferentia2 and Trainium1

763104351884.dkr.ecr.aws_region.amazonaws.com/pytorch-inference-neuronx:1.13.1-
neuronx-py38-sdk2.10.0-ubuntu20.04

Substitua aws_region com us-east-2 por Inferentia2 e us-east-1 por Trainium1.

TensorFlow

CPU or GPU instance types

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-inference-
tensorflow:fx_version-instance_type-py3

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou.

Substitua fx_version por 1.15.3 ou 2.9.

Substitua instance_type por cpu ou gpu.

Inferentia1

aws_account_id.dkr.ecr.aws_region.amazonaws.com/sagemaker-neo-
tensorflow:fx_version-instance_type-py3

Substitua aws_account_id da tabela no final desta página com base na aws_region que você 
usou. Observe que para tipos de instância inf apenas us-east-1 e us-west-2 tem suporte.

Substitua fx_version por 1.15.0

Substitua instance_type por inf.
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Inferentia2 and Trainium1

763104351884.dkr.ecr.aws_region.amazonaws.com/tensorflow-inference-neuronx:2.10.1-
neuronx-py38-sdk2.10.0-ubuntu20.04

Substitua aws_region com us-east-2 por Inferentia2 e us-east-1 por Trainium1.

A tabela a seguir mapeia aws_account_id com aws_region. Use essa tabela para encontrar o 
URI correto da imagem de inferência que você precisa para seu aplicativo.

aws_account_id aws_region

785573368785 us-east-1

007439368137 us-east-2

710691900526 us-west-1

301217895009 us-west-2

802834080501 eu-west-1

205493899709 eu-west-2

254080097072 eu-west-3

601324751636 eu-north-1

966458181534 eu-south-1

746233611703 eu-central-1

110948597952 ap-east-1

763008648453 ap-south-1

941853720454 ap-northeast-1

151534178276 ap-northeast-2

925152966179 ap-northeast-3
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aws_account_id aws_region

324986816169 ap-southeast-1

355873309152 ap-southeast-2

474822919863 cn-northwest-1

472730292857 cn-north-1

756306329178 sa-east-1

464438896020 ca-central-1

836785723513 me-south-1

774647643957 af-south-1

275950707576 il-central-1

Dispositivos de borda

O Amazon SageMaker Neo fornece suporte de compilação para estruturas populares de machine 
learning. Você pode implantar seus dispositivos de borda compilados pela NEO, como o Raspberry 
Pi 3, o Sitara da Texas Instruments, o Jetson TX1 e muito mais. Para obter uma lista completa de 
estruturas e dispositivos de borda compatíveis, consulte as Estruturas, dispositivos, sistemas e 
arquiteturas compatíveis.

Você deve configurar seu dispositivo de borda para que ele possa usar os serviços da AWS. Uma 
maneira de fazer isso é instalar o DLR e o Boto3 no seu dispositivo. Para fazer isso, você deve 
configurar as credenciais de autenticação. Para obter mais informações sobre a configuração do , 
consulte Configuração Boto3 da AWS. Depois que seu modelo for compilado e seu dispositivo de 
borda estiver configurado, você poderá baixar o modelo do Amazon S3 para seu dispositivo de 
borda. A partir daí, você pode usar o Runtime de aprendizado profundo (DLR) para ler o modelo 
compilado e fazer inferências.

Para usuários iniciantes, recomendamos que você confira o guia de Conceitos básicos. Este guia 
mostra passo a passo como configurar suas credenciais, compilar um modelo, implantar seu modelo 
em um Raspberry Pi 3 e fazer inferências em imagens.
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Tópicos

• Estruturas, dispositivos, sistemas e arquiteturas compatíveis

• Implantar modelos

• Conceitos básicos do Neo em dispositivos Edge

Estruturas, dispositivos, sistemas e arquiteturas compatíveis

O Amazon SageMaker Neo oferece suporte a estruturas comuns de aprendizado de máquina, 
dispositivos periféricos, sistemas operacionais e arquiteturas de chip. Descubra se o Neo é 
compatível com sua estrutura, dispositivo de ponta, sistema operacional e arquitetura de chip 
selecionando um dos tópicos abaixo.

Você pode encontrar uma lista de modelos que foram testados pela equipe do Amazon SageMaker 
Neo na seção Modelos testados.

Note

• Os dispositivos Ambarella exigem que arquivos adicionais sejam incluídos no arquivo TAR 
compactado antes que ele seja enviado para compilação. Para obter mais informações, 
consulte Solucionar erros Ambarella.

• O TIM-VX (libtim-vx.so) é necessário para o i.MX 8M Plus. Para obter informações sobre 
como criar o TIM-VX, consulte o repositório TIM-VX no GitHub.

Tópicos

• Estruturas compatíveis

• Dispositivos, arquiteturas de chip e sistemas compatíveis

• Modelos testados

Estruturas compatíveis

O Amazon SageMaker Neo é compatível com as seguintes estruturas.

Dispositivos de borda 4764

https://github.com/VeriSilicon/TIM-VX
https://github.com/VeriSilicon/TIM-VX


Amazon SageMaker Guia do Desenvolvedor

Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacota 
dos em 
*.tar.gz)

Kits de 
ferramentas

MXNet 1.8 Compatível 
com 1.8 ou 
anterior

Classificação 
de imagens, 
detecção 
de objetos, 
segmentaç 
ão semântica 
, estimativ 
a de pose, 
reconheci 
mento de 
atividades

Um arquivo 
de símbolos 
(.json) e um 
arquivo de 
parâmetros 
(.params)

GluonCV 
v0.8.0

ONNX 1,7 Compatível 
com 1.7 ou 
anterior

Classificação 
de imagens, 
SVM

Um arquivo 
de modelo 
(.onnx)

 

Keras 2.2 Compatível 
com 2.2 ou 
anterior

Classificação 
de imagens

Um arquivo 
de definição 
de modelo 
(.h5)

 

PyTorch 1.7, 1.8 Compatível 
com 1.7, 1.8 
ou anterior

Classificação 
de imagens, 
detecção de 
objetos

Um arquivo 
de definição 
de modelo 
(.pth)

 

TensorFlow 1,15, 2,4, 2,5 
(somente 
para 
instâncias 
ml.inf1.*)

Compatível 
com instância 
s 1.15, 
2.4, 2.5 ou 
anteriores 

Classificação 
de imagens, 
detecção de 
objetos

*Para 
modelos 
salvos, um 
arquivo .pb 
ou um 
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Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacota 
dos em 
*.tar.gz)

Kits de 
ferramentas

(somente 
para 
instâncias 
ml.inf1.*)

arquivo .pbtxt 
e um diretório 
de variáveis 
que contenha 
variáveis 
*Para 
modelos 
congelados, 
apenas um 
arquivo .pb 
ou .pbtxt

TensorFlow-
Lite

1.15 Compatível 
com 1.15 ou 
anterior

Classificação 
de imagens, 
detecção de 
objetos

Um arquivo 
flatbuffer de 
definição 
de modelo 
(.tflite)

 

XGBoost 1.3 Compatível 
com 1.3 ou 
anterior

Árvores de 
decisão

Um arquivo 
de modelo 
XGBoost 
(.model) em 
que o número 
de nós em 
uma árvore 
é menor que 
2^31
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Framework Versão da 
estrutura

Versão do 
modelo

Modelos Formatos 
de modelo 
(empacota 
dos em 
*.tar.gz)

Kits de 
ferramentas

DARKNET     Classificação 
de imagens, 
detecção 
de objetos 
(o modelo 
Yolo não é 
compatível)

Um arquivo 
de configura 
ção (.cfg) e 
um arquivo 
de pesos 
(.weights)

 

Dispositivos, arquiteturas de chip e sistemas compatíveis

O Amazon SageMaker Neo é compatível com os seguintes dispositivos, arquiteturas de chips e 
sistemas operacionais.

Dispositivos

Você pode selecionar um dispositivo usando a lista suspensa no console do Amazon SageMaker ou 
especificando o TargetDevice na configuração de saída da API CreateCompilationJob.

Você pode escolher entre um dos seguintes dispositivos de borda:

Lista de 
dispositivos

Sistema 
em um chip 
(SoC)

Sistema 
operacional

Arquitetura Accelerator Exemplo de 
opções do 
compilador

aisage   Linux ARM64 Mali  

amba_cv2 CV2 Arch Linux ARM64 cvflow  

amba_cv22 CV22 Arch Linux ARM64 cvflow  

amba_cv25 CV25 Arch Linux ARM64 cvflow  
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Lista de 
dispositivos

Sistema 
em um chip 
(SoC)

Sistema 
operacional

Arquitetura Accelerator Exemplo de 
opções do 
compilador

coreml   iOS, macOS     {"class_l 
abels": 
"imagenet 
_labels_1 
000.txt"}

imx8qm NXP imx8 Linux ARM64    

imx8mplus i.MX 8M Plus Linux ARM64 NPU  

jacinto_t 
da4vm

TDA4VM Linux Arm TDA4VM  

jetson_nano   Linux ARM64 NVIDIA {'gpu-
code': 
'sm_53', 
'trt-
ver': 
'5.0.6', 
'cuda-
ver': 
'10.0'}

Para
TensorFlo 
w2 ,
{'JETPACK 
_VERSION' 
: '4.6', 
'gpu_code 
': 
'sm_72'}

Dispositivos de borda 4768



Amazon SageMaker Guia do Desenvolvedor

Lista de 
dispositivos

Sistema 
em um chip 
(SoC)

Sistema 
operacional

Arquitetura Accelerator Exemplo de 
opções do 
compilador

jetson_tx1   Linux ARM64 NVIDIA {'gpu-
code': 
'sm_53', 
'trt-
ver': 
'6.0.1', 
'cuda-
ver': 
'10.0'}

jetson_tx2   Linux ARM64 NVIDIA {'gpu-
code': 
'sm_62', 
'trt-
ver': 
'6.0.1', 
'cuda-
ver': 
'10.0'}

jetson_xavier   Linux ARM64 NVIDIA {'gpu-
code': 
'sm_72', 
'trt-
ver': 
'5.1.6', 
'cuda-
ver': 
'10.0'}

qcs605   Android ARM64 Mali {'ANDROID 
_PLATFORM 
': 27}
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Lista de 
dispositivos

Sistema 
em um chip 
(SoC)

Sistema 
operacional

Arquitetura Accelerator Exemplo de 
opções do 
compilador

qcs603   Android ARM64 Mali {'ANDROID 
_PLATFORM 
': 27}

rasp3b ARM A56 Linux ARM_EABIH 
F

  {'mattr': 
['+neon'] 
}

rasp4b ARM A72        

rk3288   Linux ARM_EABIH 
F

Mali  

rk3399   Linux ARM64 Mali  

sbe_c   Linux x86_64   {'mcpu': 
'core-avx 
2'}

sitara_am57x AM57X Linux ARM64 EVE e/ou 
C66x DSP

 

x86_win32   Windows 10 X86_32    

x86_win64   Windows 10 X86_32    

Para obter mais informações sobre as opções do compilador de valores-chave JSON para 
cada dispositivo de destino, consulte o campo CompilerOptions no tipo de dados da API
OutputConfig.

Arquiteturas de sistemas e chips

As tabelas de consulta a seguir fornecem informações sobre sistemas operacionais e arquiteturas 
disponíveis para trabalhos de compilação de modelos Neo.
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Linux

  X86_64 x86 ARM64 ARM_EABIH 
F

ARM_EABI

Sem 
acelerador 
(CPU)

X   X X X

Nvidia GPU X   X    

Intel_Gra 
phics

X        

ARM Mali     X X X

Android

  X86_64 x86 ARM64 ARM_EABIH 
F

ARM_EABI

Sem 
acelerador 
(CPU)

X X X   X

Nvidia GPU          

Intel_Gra 
phics

X X      

ARM Mali     X   X
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Windows

  X86_64 x86 ARM64 ARM_EABIH 
F

ARM_EABI

Sem 
acelerador 
(CPU)

X X      

Modelos testados

As seções dobráveis a seguir fornecem informações sobre modelos de machine learning que foram 
testados pela equipe do Amazon SageMaker Neo. Expanda a seção dobrável com base em sua 
estrutura para verificar se um modelo foi testado.

Note

Esta não é uma lista abrangente de modelos que podem ser compilados com o Neo.

Consulte Estruturas compatíveis e os operadores compatíveis com o SageMaker Neo para descobrir 
se pode compilar seu modelo com o SageMaker Neo.

DARKNET

ModelosARM 
V8

ARM 
Mali

Ambarella 
CV22

NVIDIA PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

AlexNet

ResNet50X X X X X X X

YOLOv2 X X X X X

YOLOv2_ti 
ny

X X X X X X X

YOLOv3_41 
6

X X X X X
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ModelosARM 
V8

ARM 
Mali

Ambarella 
CV22

NVIDIA PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

YOLOv3_ti 
ny

X X X X X X X

MXNet

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

AlexNet X

Densenet1 
21

X

DenseNet2 
01

X X X X X X X X

GoogleNetX X X X X X X

Inception 
V3

X X X X X

MobileNet 
0.75

X X X X X X

MobileNet 
1.0

X X X X X X X

MobileNet 
V2_0.5

X X X X X X

MobileNet 
V2_1.0

X X X X X X X X X

MobileNet 
V3_Large

X X X X X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

MobileNet 
V3_Small

X X X X X X X X X

ResNest50 X X X X

ResNet18_ 
v1

X X X X X X X

Resnet18_ 
v2

X X X X X X

ResNet50_ 
v1

X X X X X X X X

ResNet50_ 
v2

X X X X X X X X

ResNext10 
1_32x4D

ResNext50 
_32x4D

X X X X X X

SENet_154 X X X X X

SE_ResNex 
t50_32x4d

X X X X X X X

SqueezeNe 
t1.0

X X X X X X X

SqueezeNe 
t1.1

X X X X X X X X

VGG11 X X X X X X X

Xception X X X X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

darknet53X X X X X X X

resnet18_ 
v1b_0.89

X X X X X X

resnet50_ 
v1d_0.11

X X X X X X

resnet50_ 
v1d_0.86

X X X X X X X X

ssd_512_m 
obilenet1 
.0_coco

X X X X X X X

ssd_512_m 
obilenet1 
.0_voc

X X X X X X X

ssd_resne 
t50_v1

X X X X X X

yolo3_dar 
knet53_co 
co

X X X X X

yolo3_mob 
ilenet1.0 
_coco

X X X X X X X

deeplab_r 
esnet50

X
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Keras

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

densenet1 
21

X X X X X X X X

densenet2 
01

X X X X X X X

inception 
_v3

X X X X X X X

mobilenet 
_v1

X X X X X X X X

mobilenet 
_v2

X X X X X X X X

resnet152 
_v1

X X X

resnet152 
_v2

X X X

resnet50_ 
v1

X X X X X X X

resnet50_ 
v2

X X X X X X X X

vgg16 X X X X X
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ONNX

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

AlexNet X

rede 
móvelv2-1 
.0

X X X X X X X X

resnet18v 
1

X X X X

resnet18v 
2

X X X X

resnet50v 
1

X X X X X X

resnet50v 
2

X X X X X X

resnet152 
v1

X X X X

resnet152 
v2

X X X X

squeezene 
t1.1

X X X X X X X

vgg19 X X

Dispositivos de borda 4777



Amazon SageMaker Guia do Desenvolvedor

PyTorch (FP32)

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Ambarella 
CV25

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

densenet1 
21

X X X X X X X X X

inception 
_v3

X X X X X X

resnet152 X X X X

resnet18 X X X X X X

resnet50 X X X X X X X X

squeezene 
t1.0

X X X X X X

squeezene 
t1.1

X X X X X X X X X

yolov4 X X

giolov5 X X X

fasterrcn 
n_resnet5 
0_fpn

X X

maskrcnn_ 
resnet50_ 
fpn

X X
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TensorFlow

TensorFlow

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Ambarella 
CV25

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

densenet2 
01

X X X X X X X X X

inception 
_v3

X X X X X X X X

mobilenet 
100_v1

X X X X X X X

mobilenet 
100_v2.0

X X X X X X X X

mobilenet 
130_v2

X X X X X X

mobilenet 
140_v2

X X X X X X X X

resnet50_ 
v1.5

X X X X X X X

resnet50_ 
v2

X X X X X X X X X

squeezeNe 
t

X X X X X X X X X

mask_rcnn 
_inceptio 
n_resnet_ 
v2

X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Ambarella 
CV25

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

ssd_mobil 
enet_v2

X X

faster_rc 
nn_resnet 
50_lowpro 
posals

X

rfcn_resn 
et101

X

TensorFlow.Keras

Modelos ARM V8 ARM 
Mali

Ambarella 
CV22

Nvidia Panorama TI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

DenseNet 
121

X X X X X X X

DenseNet2 
01

X X X X X X

Inception 
V3

X X X X X X X

MobileNet X X X X X X X

MobileNet 
v2

X X X X X X X

NASNetLar 
ge

X X X X

NASNetMob 
ile

X X X X X X X
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Modelos ARM V8 ARM 
Mali

Ambarella 
CV22

Nvidia Panorama TI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

ResNet101 X X X X

ResNet101 
v2

X X X X

ResNet152 X X X

ResNet152 
v2

X X X

ResNet50 X X X X X X

ResNet50V 
2

X X X X X X X

VGG16 X X X X

Xception X X X X X X X

TensorFlow-Lite

TensorFlow-Lite (FP32)

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

densenet_ 
2018_04_2 
7

X X X X X

inception 
_resnet_v 
2_2018_04 
_27

X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

inception 
_v3_2018_ 
04_27

X X X X X

inception 
_v4_2018_ 
04_27

X X X X X

mnasnet_0 
.5_224_09 
_07_2018

X X X X X

mnasnet_1 
.0_224_09 
_07_2018

X X X X X

mnasnet_1 
.3_224_09 
_07_2018

X X X X X

mobilenet 
_v1_0.25_ 
128

X X X X X X

mobilenet 
_v1_0.25_ 
224

X X X X X X

mobilenet 
_v1_0.5_1 
28

X X X X X X

mobilenet 
_v1_0.5_2 
24

X X X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

mobilenet 
_v1_0.75_ 
128

X X X X X X

mobilenet 
_v1_0.75_ 
224

X X X X X X

mobilenet 
_v1_1.0_1 
28

X X X X X X

mobilenet 
_v1_1.0_1 
92

X X X X X X

mobilenet 
_v2_1.0_2 
24

X X X X X X

resnet_v2 
_101

X X X X

squeezene 
t_2018_04 
_27

X X X X X

Dispositivos de borda 4783



Amazon SageMaker Guia do Desenvolvedor

TensorFlow-Lite (INT8)

Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

inception 
_v1

X X

inception 
_v2

X X

inception 
_v3

X X X X X

inception 
_v4_299

X X X X X

mobilenet 
_v1_0.25_ 
128

X X X X

mobilenet 
_v1_0.25_ 
224

X X X X

mobilenet 
_v1_0.5_1 
28

X X X X

mobilenet 
_v1_0.5_2 
24

X X X X

mobilenet 
_v1_0.75_ 
128

X X X X
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Modelos ARM 
V8

ARM 
Mali

Ambarella 
CV22

Nvidia PanoramaTI 
TDA4VM

Qualcomm 
QCS603

X86_LinuxX86_Windo 
ws

i.MX 
8M 
Plus

mobilenet 
_v1_0.75_ 
224

X X X X X

mobilenet 
_v1_1.0_1 
28

X X X X

mobilenet 
_v1_1.0_2 
24

X X X X X

mobilenet 
_v2_1.0_2 
24

X X X X X

deeplab-
v 
3_513

X

Implantar modelos

Você pode implantar o módulo computacional em dispositivos de borda com recursos limitados: 
baixando o modelo compilado do Amazon S3 para o seu dispositivo e usando o DLR, ou você pode 
usar o IoT Greengrass da AWS.

Antes de continuar, certifique-se de que seu dispositivo de borda seja compatível com o SageMaker 
Neo. Consulte Estruturas, dispositivos, sistemas e arquiteturas compatíveis para descobrir quais 
dispositivos de borda são compatíveis. Certifique-se de especificar seu dispositivo de borda de 
destino ao enviar o trabalho de compilação, consulte Usar o Neo para compilar um modelo.

Implantar um modelo compilado com o Neo (DLR)

O DLR é um runtime compacto e comum para modelos de aprendizado profundo e modelos de 
árvore de decisão. O DLR usa o runtime TVM, o runtime Treelite, o NVIDIA TensorRT™ e pode 
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incluir outros runtimes específicos de hardware. O DLR fornece APIs Python/C++ unificadas para 
carregar e executar modelos compilados em vários dispositivos.

Você pode instalar a versão mais recente do pacote DLR usando o seguinte comando pip:

pip install dlr

Para instalação do DLR em destinos de GPU ou dispositivos de borda que não sejam x86, consulte
Versões para binários pré-criados ou Instalação do DLR para criar DLRa partir da fonte. Por 
exemplo, para instalar o DLR para o Raspberry Pi 3, você pode usar:

pip install https://neo-ai-dlr-release.s3-us-west-2.amazonaws.com/v1.3.0/pi-armv7l-
raspbian4.14.71-glibc2_24-libstdcpp3_4/dlr-1.3.0-py3-none-any.whl

Implemente um modelo (AWS IoT Greengrass)

O AWS IoT Greengrass estende os recursos da nuvem para os dispositivos locais. Ele permite que 
os dispositivos coletem e analisem dados mais próximos da fonte de informações, reajam de maneira 
autônoma a eventos locais e se comuniquem com segurança uns com os outros em redes locais. 
Com o IoT Greengrass da AWS, você pode realizar inferências de machine learning na borda de 
dados gerados localmente usando modelos treinados na nuvem. Atualmente, é possível implantar 
modelos em todos os dispositivos IoT Greengrass de AWS baseados em processadores das séries 
ARM Cortex-A, Intel Atom e Nvidia Jetson. Para obter mais informações sobre como implantar um 
aplicativo de inferência do Lambda para realizar inferências de machine learning com o AWS IoT 
Greengrass, consulte Como configurar a inferência otimizada de machine learning usando o Console 
de Gerenciamento da AWS.

Conceitos básicos do Neo em dispositivos Edge

Este guia de conceitos básicos do Amazon SageMaker Neo mostra como compilar um modelo e 
configurare fazer inferências no seu dispositivo . A maioria dos exemplos de código usa o Boto3. 
Fornecemos comandos usando AWS CLI quando aplicável, bem como instruções sobre como 
satisfazer os pré-requisitos do Neo.

Note

Você pode executar os seguintes trechos de código em sua máquina local, em um caderno 
do SageMaker, no SageMaker Studio ou (dependendo do seu dispositivo Edge) em seu 
dispositivo Edge. A configuração é semelhante; no entanto, há duas exceções principais se 
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você executar este guia em uma instância do caderno do SageMaker ou em uma sessão do 
SageMaker Studio:

• Não há necessidade de Instalar o Boto3.

• Não há necessidade de adicionar a política ‘AmazonSageMakerFullAccess’ do IAM

Este guia pressupõe que você esteja executando as seguintes instruções em seu dispositivo Edge.

Pré-requisitos

1. Instale o Boto3

Se estiver executando esses comandos em seu dispositivo de borda, você deve instalar o AWS 
SDK for Python (Boto3). Em um ambiente Python (de preferência um ambiente virtual), execute 
o seguinte localmente no terminal do seu dispositivo de borda ou em uma instância do bloco de 
anotações Jupyter:

Terminal

pip install boto3

Jupyter Notebook

!pip install boto3

2. Configurar credenciais AWS

É necessário configurar credenciais do Amazon Web Services no seu dispositivo para executar 
o SDK para Python (Boto3). Por padrão, as credenciais AWS devem ser armazenadas no 
arquivo ~/.aws/credentials em seu dispositivo Edge. No arquivo de credenciais, você deve 
ver duas variáveis de ambiente: aws_access_key_id e aws_secret_access_key.

No seu terminal, execute:

$ more ~/.aws/credentials

[default]
aws_access_key_id = YOUR_ACCESS_KEY
aws_secret_access_key = YOUR_SECRET_KEY
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O Guia de Referência Geral AWS tem instruções sobre como obter o necessário
aws_access_key_id e aws_secret_access_key. Para obter mais informações sobre como 
configurar credenciais no seu dispositivo, consulte a documentação do Boto3.

3. Configure uma função do IAM e anexe políticas.

O Neo precisa acessar o URI do seu bucket do S3. Crie uma função do IAM que possa executar 
o SageMaker e tenha permissão para acessar o URI do S3. É possível criar um perfil do IAM 
usando o SDK para Python (Boto3), o console ou o AWS CLI. O exemplo a seguir ilustra como 
criar um perfil do IAM usando o SDK para Python (Boto3):

import boto3

AWS_REGION = 'aws-region'

# Create an IAM client to interact with IAM
iam_client = boto3.client('iam', region_name=AWS_REGION)
role_name = 'role-name'

Para obter mais informações sobre como criar uma função do IAM com o console, AWS CLI ou 
por meio da API AWS, consulte Criar um usuário do IAM em sua conta AWS.

Crie um dicionário descrevendo a política do IAM que você está anexando. Essa política é usada 
para criar um novo perfil do IAM.

policy = { 
    'Statement': [ 
        { 
            'Action': 'sts:AssumeRole', 
            'Effect': 'Allow', 
            'Principal': {'Service': 'sagemaker.amazonaws.com'}, 
        }],   
     'Version': '2012-10-17'
}

Crie uma nova função do IAM usando a política que você definiu acima:

import json  

new_role = iam_client.create_role( 
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    AssumeRolePolicyDocument=json.dumps(policy), 
    Path='/', 
    RoleName=role_name
)

Você precisa saber qual é o seu nome de recurso da Amazon (ARN) quando criar um trabalho 
de compilação em uma etapa posterior, portanto, armazene-o também em uma variável.

role_arn = new_role['Role']['Arn']

Agora que você criou uma nova função, anexe as permissões necessárias para interagir com o 
Amazon SageMaker e o Amazon S3:

iam_client.attach_role_policy( 
    RoleName=role_name, 
    PolicyArn='arn:aws:iam::aws:policy/AmazonSageMakerFullAccess'
)

iam_client.attach_role_policy( 
    RoleName=role_name, 
    PolicyArn='arn:aws:iam::aws:policy/AmazonS3FullAccess'
);

4. Crie um bucket do Amazon S3 para armazenar seus artefatos do modelo

O SageMaker Neo acessará seus artefatos de modelo a partir do Amazon S3

Boto3

# Create an S3 client
s3_client = boto3.client('s3', region_name=AWS_REGION)

# Name buckets
bucket='name-of-your-bucket'

# Check if bucket exists
if boto3.resource('s3').Bucket(bucket) not in 
 boto3.resource('s3').buckets.all(): 
    s3_client.create_bucket( 
        Bucket=bucket, 
        CreateBucketConfiguration={ 
            'LocationConstraint': AWS_REGION 
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        } 
    )
else: 
    print(f'Bucket {bucket} already exists. No action needed.')

CLI

aws s3 mb s3://'name-of-your-bucket' --region specify-your-region 

# Check your bucket exists
aws s3 ls s3://'name-of-your-bucket'/

5. Treinar um modelo de machine learning

Consulte Treinar um modelo com o Amazon SageMaker para obter mais informações sobre 
como treinar um modelo de aprendizado de máquina usando o Amazon SageMaker. Se preferir, 
carregue seu modelo treinado localmente diretamente em um bucket de URI do Amazon S3.

Note

Verifique se o modelo está formatado corretamente, dependendo da estrutura usada. 
Consulte Quais são os formatos de dados de entrada esperados pelo SageMaker Neo?

Se você ainda não tem um modelo, use o comando curl para obter uma cópia local do modelo
coco_ssd_mobilenet no site do TensorFlow. O modelo que você acabou de copiar é um 
modelo de detecção de objetos treinado a partir do conjunto de dados COCO. Digite o seguinte 
em seu caderno Jupyter:

model_zip_filename = './coco_ssd_mobilenet_v1_1.0.zip'
!curl http://storage.googleapis.com/download.tensorflow.org/models/tflite/
coco_ssd_mobilenet_v1_1.0_quant_2018_06_29.zip \ 
    --output {model_zip_filename}

Observe que esse exemplo específico foi empacotado em um arquivo .zip. Descompacte esse 
arquivo e reempacote-o como um arquivo tar comprimido (.tar.gz) antes de usá-lo em etapas 
posteriores. Digite o seguinte em seu bloco de anotações Jupyter:

# Extract model from zip file
!unzip -u {model_zip_filename}
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model_filename = 'detect.tflite'
model_name = model_filename.split('.')[0]

# Compress model into .tar.gz so SageMaker Neo can use it
model_tar = model_name + '.tar.gz'
!tar -czf {model_tar} {model_filename}

6. Carregue o modelo treinado em um bucket S3

Depois de treinar seu modo demachine learning, armazene-o em um bucket S3.

Boto3

# Upload model         
s3_client.upload_file(Filename=model_filename, Bucket=bucket, 
 Key=model_filename)

CLI

Substitua your-model-filename e your-S3-bucket pelo nome do bucket do S3.

aws s3 cp your-model-filename s3://your-S3-bucket

Etapa 1: Compilar o modelo

Depois de satisfazer os pré-requisitos, você pode compilar seu modelo com o Amazon SageMaker 
Neo. Você pode compilar seu modelo usando AWS CLI, o console ou o Amazon Web Services SDK 
para Python (Boto3). Consulte Usar o Neo para compilar um modelo. Neste exemplo, você compilará 
seu modelo com o Boto3.

Para compilar um modelo, o SageMaker Neo exige as seguintes informações:

1. O URI do bucket do Amazon S3 em que você armazenou o modelo treinado.

Se você seguiu os pré-requisitos, o nome do seu bucket é armazenado em uma variável 
chamada bucket. O trecho de código a seguir mostra como listar todos os seus buckets usando 
o AWS CLI:

aws s3 ls
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Por exemplo:

$ aws s3 ls
2020-11-02 17:08:50 bucket

2. O URI do bucket do Amazon S3 em que você deseja salvar o modelo compilado.

O trecho de código abaixo concatena o URI do bucket do Amazon S3 com o nome de um 
diretório de saída chamado: output

s3_output_location = f's3://{bucket}/output'

3. A estrutura de aprendizado de máquina que você usou para treinar seu modelo.

Defina o framework que você usou para treinar seu modelo.

framework = 'framework-name'

Por exemplo, se você quiser compilar um modelo treinado usando o TensorFlow, você 
pode usar tflite ou tensorflow. Use tflite se quiser usar uma versão mais leve do 
TensorFlow que use menos memória de armazenamento.

framework = 'tflite'

Para obter uma lista completa de estruturas e dispositivos Edge compatíveis, consulte
Estruturas, dispositivos, sistemas e arquiteturas compatíveis.

4. A forma da entrada do seu modelo.

Neo requer o nome e a forma do seu tensor de entrada. O nome e a forma são passadas para 
pares de chave-valor. valueé uma lista das dimensões inteiras de um tensor de entrada e key
é o nome exato de um tensor de entrada no modelo.

data_shape = '{"name": [tensor-shape]}'

Por exemplo:

data_shape = '{"normalized_input_image_tensor":[1, 300, 300, 3]}'
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Note

Verifique se o modelo está formatado corretamente, dependendo da estrutura usada. 
Consulte Quais são os formatos de dados de entrada esperados pelo SageMaker Neo?
A chave neste dicionário deve ser alterada para o nome do novo tensor de entrada.

5. O nome do dispositivo de destino para o qual compilar ou os detalhes gerais da plataforma de 
hardware

target_device = 'target-device-name'

Por exemplo, se quiser implantar em um Raspberry Pi 3, use:

target_device = 'rasp3b'

Você pode encontrar a lista completa de dispositivos Edge compatíveis em Estruturas, 
dispositivos, sistemas e arquiteturas compatíveis.

Agora que concluiu as etapas anteriores, você pode enviar um trabalho de compilação para o Neo.

# Create a SageMaker client so you can submit a compilation job
sagemaker_client = boto3.client('sagemaker', region_name=AWS_REGION)

# Give your compilation job a name
compilation_job_name = 'getting-started-demo'
print(f'Compilation job for {compilation_job_name} started')

response = sagemaker_client.create_compilation_job( 
    CompilationJobName=compilation_job_name, 
    RoleArn=role_arn, 
    InputConfig={ 
        'S3Uri': s3_input_location, 
        'DataInputConfig': data_shape, 
        'Framework': framework.upper() 
    }, 
    OutputConfig={ 
        'S3OutputLocation': s3_output_location, 
        'TargetDevice': target_device  
    }, 
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    StoppingCondition={ 
        'MaxRuntimeInSeconds': 900 
    }
)

# Optional - Poll every 30 sec to check completion status
import time

while True: 
    response = 
 sagemaker_client.describe_compilation_job(CompilationJobName=compilation_job_name) 
    if response['CompilationJobStatus'] == 'COMPLETED': 
        break 
    elif response['CompilationJobStatus'] == 'FAILED': 
        raise RuntimeError('Compilation failed') 
    print('Compiling ...') 
    time.sleep(30)
print('Done!')

Se quiser informações adicionais para depuração, inclua a seguinte instrução de impressão:

print(response)

Se o trabalho de compilação for bem-sucedido, seu modelo compilado será armazenado no bucket 
de saída do Amazon S3 que você especificou anteriormente (s3_output_location). Baixe seu 
modelo compilado localmente:

object_path = f'output/{model}-{target_device}.tar.gz'
neo_compiled_model = f'compiled-{model}.tar.gz'
s3_client.download_file(bucket, object_path, neo_compiled_model)

Etapa 2: Configurar o seu dispositivo

Você precisará instalar pacotes em seu dispositivo Edge para que ele possa fazer inferências. Você 
também precisará instalar o AWSIoT Greengrass core ou o Deep Learning Runtime (DLR). Neste 
exemplo, você instalará os pacotes necessários para fazer inferências para o algoritmo de detecção 
de Objetos coco_ssd_mobilenet e usará o DLR.

1. Instale pacotes adicionais
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Além do Boto3, você deve instalar determinadas bibliotecas em seu dispositivo Edge. As 
bibliotecas instaladas dependem do seu caso de uso.

Por exemplo, para o algoritmo de detecção de objetos coco_ssd_mobilenet que você baixou 
anteriormente, você precisa instalar o NumPy para manipulação de dados e estatísticas, o PIL
para carregar imagens e o Matplotlib para gerar gráficos. Você também precisa de uma cópia do 
TensorFlow se quiser avaliar o impacto da compilação com o Neo versus uma linha de base.

!pip3 install numpy pillow tensorflow matplotlib 

2. Instale o mecanismo de inferência em seu dispositivo

Para executar seu modelo compilado pelo NEO, instale o Deep Learning Runtime (DLR) em seu 
dispositivo. O DLR é um runtime compacto e comum para modelos de aprendizado profundo 
e modelos de árvore de decisão. Em destinos de CPU x86_64 executando Linux, você pode 
instalar a versão mais recente do pacote DLR usando o seguinte comando pip:

!pip install dlr

Para instalação do DLR em destinos de GPU ou dispositivos Edge que não sejam x86, consulte
Versões para binários pré-criados ou Instalação do DLR para criar DLR a partir da fonte. Por 
exemplo, para instalar o DLR para o Raspberry Pi 3, você pode usar:

!pip install https://neo-ai-dlr-release.s3-us-west-2.amazonaws.com/v1.3.0/pi-
armv7l-raspbian4.14.71-glibc2_24-libstdcpp3_4/dlr-1.3.0-py3-none-any.whl

Etapa 3: faça inferências em seu dispositivo

Neste exemplo, você usará o Boto3 para baixar a saída do seu trabalho de compilação em seu 
dispositivo Edge. Em seguida, você importará o DLR, baixará imagens de exemplo do conjunto de 
dados, redimensionará essa imagem para corresponder à entrada original do modelo e, em seguida, 
fará uma previsão.

1. Baixe seu modelo compilado do Amazon S3 para o seu dispositivo e extraia-o do arquivo tar 
comprimido.

# Download compiled model locally to edge device
object_path = f'output/{model_name}-{target_device}.tar.gz'
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neo_compiled_model = f'compiled-{model_name}.tar.gz'
s3_client.download_file(bucket_name, object_path, neo_compiled_model)

# Extract model from .tar.gz so DLR can use it
!mkdir ./dlr_model # make a directory to store your model (optional)
!tar -xzvf ./compiled-detect.tar.gz --directory ./dlr_model

2. Importe DLR e um objeto inicializadoDLRModel.

import dlr

device = 'cpu'
model = dlr.DLRModel('./dlr_model', device)

3. Baixe uma imagem para inferência e formate-a com base em como seu modelo foi treinado.

coco_ssd_mobilenetPor exemplo, você pode baixar uma imagem do conjunto de dados 
COCO e depois reformar a imagem para 300x300:

from PIL import Image

# Download an image for model to make a prediction
input_image_filename = './input_image.jpg'
!curl https://farm9.staticflickr.com/8325/8077197378_79efb4805e_z.jpg --output 
 {input_image_filename}

# Format image so model can make predictions
resized_image = image.resize((300, 300))

# Model is quantized, so convert the image to uint8
x = np.array(resized_image).astype('uint8')

4. Use o DLR para fazer inferências.

Por fim, você pode usar o DLR para fazer uma previsão na imagem que acabou de baixar:

out = model.run(x)

Para obter mais exemplos de uso do DLR para fazer inferências a partir de um modelo neocompilado 
em um dispositivo de ponta, consulte o repositório neo-ai-dlr do Github.
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Solucionar erros

Esta seção contém informações sobre como entender e evitar erros comuns, as mensagens de erro 
que eles geram e orientações sobre como resolver esses erros. Antes de prosseguir, pergunte-se:

Você encontrou um erro antes de implantar seu modelo? Se sim, Solucionar erros de compilação do 
Neo.

Você encontrou um erro depois de compilar seu modelo? Se sim, consulte Solucionar erros de 
inferência do Neo.

Você encontrou um erro ao tentar compilar seu modelo para dispositivos Ambarella? Se sim, veja
Solucionar erros Ambarella.

Tipos de classificação de erros

Essa lista classifica os erros de usuários que você pode receber do Neo. Isso inclui erros de acesso 
e permissão e erros de carregamento para cada uma das estruturas com suporte. Todos os outros 
erros são erros do sistema.

Erro de permissão do cliente

O Neo transmite os erros para esses dados diretamente do serviço dependente.

• Acesso negado ao chamar sts:AssumeRole

• Qualquer erro 400 ao chamar o S3 para fazer download ou upload de um modelo de cliente.

• Erro PassRole

Erro de carregamento

Supondo que o compilador do Neo tenha carregado com êxito um .tar.gz do Amazon S3, verifique 
se o tarball contém os arquivos necessários para a compilação. Os critérios de verificação são 
específicos da estrutura:

• TensorFlow: Espera apenas o arquivo protobuf (*.pb ou *.pbtxt). Para modelos salvos, espera uma 
pasta de variáveis.

• Pytorch: Espera apenas um arquivo pytorch (*.pth).

• MXNET: Espera apenas um arquivo de símbolos (*.json) e um arquivo de parâmetros (*.params).

• XGBoost: Espera apenas um arquivo de modelo XGBoost (* .model). O modelo de entrada tem 
limitação de tamanho.
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Erros de compilação

Supondo que o compilador Neo tenha carregado com sucesso o arquivo .tar.gz de Amazon S3 e que 
o tarball contenha arquivos necessários para compilação. O critério de verificação é:

• OperatorNotImplemented: Um operador não foi implementado.

• OperatorAttributeNotImplemented: O atributo no operador especificado não foi implementado.

• OperatorAttributeRequired: Um atributo é necessário para um gráfico de símbolo interno, mas não 
está listado no gráfico de modelo de entrada do usuário.

• OperatorAttributeValueNotValid: O valor do atributo no operador específico não é válido.

Tópicos

• Solucionar erros de compilação do Neo

• Solucione erros de inferência do Neo.

• Solucionar erros Ambarella

Solucionar erros de compilação do Neo

Esta seção contém informações sobre como entender e evitar erros comuns de compilação, as 
mensagens de erro que eles geram e orientações sobre como resolver esses erros.

Tópicos

• Como usar esta página

• Erros relacionados à estrutura

• Erros relacionados à infraestrutura

• Verifique seu registro de compilação

Como usar esta página

Tente resolver seu erro percorrendo essas seções na seguinte ordem:

1. Verifique se a entrada do seu trabalho de compilação satisfaz os requisitos de entrada. Consulte
Quais formatos de dados de entrada o SageMaker Neo espera?

2. Verifique erros comuns específicos da estrutura.

3. Verifique se seu erro é um erro de infraestrutura.

Solucionar erros 4798

https://docs.aws.amazon.com/sagemaker/latest/dg/neo-troubleshooting-compilation.html#neo-troubleshooting-compilation-framework-related-errors
https://docs.aws.amazon.com/sagemaker/latest/dg/neo-troubleshooting-compilation.html#neo-troubleshooting-compilation-infrastructure-errors


Amazon SageMaker Guia do Desenvolvedor

4. Verifique seu registro de compilação.

Erros relacionados à estrutura

Keras

Erro Solução

InputConfiguration: No h5 file provided in 
<model path>

Verifique se o seu arquivo h5 
está no URI do Amazon S3 
que você especificou.

Ou

Verifique se o arquivo h5 está 
formatado corretamente.

InputConfiguration: Multiple h5 files 
provided, <model path>, when only one is 
allowed

Verifique se você está 
fornecendo apenas um 
arquivoh5.

ClientError: InputConfiguration: Unable to 
load provided Keras model. Error: 'sample_w 
eight_mode'

Verifique se a versão do Keras 
especificada é compatível. 
Veja, estruturas compatíveis 
para instâncias de nuvem e
dispositivos periféricos.

ClientError: InputConfiguration: Input input 
has wrong shape in Input Shape dictionary. 
Input shapes should be provided in NCHW format.

Verifique se a entrada do 
modelo segue o formato 
NCHW. Consulte Quais 
são os formatos de dados 
de entrada esperados pelo 
SageMaker Neo?
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MXNet

Erro Solução

ClientError: InputConfiguration: Only one 
parameter file is allowed for MXNet model. 
Please make sure the framework you select is 
correct.

O SageMaker Neo seleciona 
rá o primeiro arquivo de 
parâmetros fornecido para 
compilação.

TensorFlow

Erro Solução

InputConfiguration: Exactly one .pb file is 
allowed for TensorFlow models.

Certifique-se de fornecer 
apenas um arquivo .pb 
ou .pbtxt.

InputConfiguration: Exactly one .pb or .pbtxt 
file is allowed for TensorFlow models.

Certifique-se de fornecer 
apenas um arquivo .pb 
ou .pbtxt.

ClientError: InputConfiguration: TVM cannot 
convert <model zoo> model. Please make sure 
the framework you selected is correct. The 
following operators are not implemented: 
{<operator name>}

Verifique se a operadora que 
você escolheu é compatíve 
l. Consulte Operadores e 
Frameworks compatíveis com 
o SageMaker Neo.

PyTorch

Erro Solução

InputConfiguration: We are unable to 
extract DataInputConfig from the model due 
to input_config_derivation_error . Please 
override by providing a DataInputConfig during 
compilation job creation.

Realize um dos procedime 
ntos a seguir:

• Especifique o nome e 
a forma das entradas 
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Erro Solução

esperadas fornecendo 
uma definição DataInput 
Config  em sua solicitação 
de compilação.

• Investigue o erros no 
Amazon CloudWatch 
Logs. Verifique o grupo 
de registros /aws/sage 
maker/CompilationJ 
obs  e procure um fluxo 
de registros chamado
compilationJobName
/model-info-extrac 

tion .

Erros relacionados à infraestrutura

Erro Solução

ClientError: InputConfiguration: S3 object 
does not exist. Bucket: <bucket>, Key: <bucket 
key>

Verifique o URI do Amazon S3 
que você forneceu.

ClientError: InputConfiguration: Bucket 
<bucket name> is in region <region name> which 
is different from AWS Sagemaker service region 
<service region>

Crie um bucket do Amazon S3 
que esteja na mesma região 
do serviço.

ClientError: InputConfiguration: Unable to 
untar input model. Please confirm the model is 
a tar.gz file

Verifique se seu modelo no 
Amazon S3 está compactado 
em um arquivo tar.gz.
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Verifique seu registro de compilação

1. Faça login no Amazon CloudWatch em https://console.aws.amazon.com/cloudwatch/.

2. Selecione a região na qual você criou o trabalho de compilação na lista suspensa Região no 
canto superior direito.

3. Non painel de navegação do Amazon CloudWatch, escolha Logs. Selecione Grupo de logs.

4. Pesquise o grupo de logs chamado /aws/sagemaker/CompilationJobs. Selecione o grupo 
de logs .

5. Pesquise o fluxo de registros com o nome do trabalho de compilação. Selecione o stream de 
logs.

Solucione erros de inferência do Neo.

Esta seção contém informações sobre como evitar e resolver alguns dos erros comuns que você 
pode encontrar ao implantar e/ou invocar o endpoint. Esta seção se aplica ao PyTorch 1.4.0 ou 
posterior e ao MXNet v1.7.0 ou posterior.

• Certifique-se de que a primeira inferência (inferência de aquecimento) em um dado de entrada 
válido seja feita em model_fn(), se você definiu a model_fn em seu script de inferência, caso 
contrário, a seguinte mensagem de erro poderá ser vista no terminal quando predict API for 
chamada:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received 
 server error (0) from <users-sagemaker-endpoint> with message "Your invocation timed 
 out while waiting for a response from container model. Review the latency metrics 
 for each container in Amazon CloudWatch, resolve the issue, and try again."          
        

• Certifique-se de que as variáveis de ambiente na tabela a seguir estão definidas. Se não estiverem 
definidas, a seguinte mensagem de erro poderá aparecer:

No terminal:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received 
 server error (503) from <users-sagemaker-endpoint> with message "{ "code": 503, 
 "type": "InternalServerException", "message": "Prediction failed" } ".

No CloudWatch:
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W-9001-model-stdout com.amazonaws.ml.mms.wlm.WorkerLifeCycle - AttributeError: 
 'NoneType' object has no attribute 'transform'

Chave Valor

SAGEMAKER_PROGRAM inference.py

SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/modelo/código

SAGEMAKER_CONTAINER_LOG_LEVEL 20

SAGEMAKER_REGION <your region>

• Certifique-se de que a variável de ambiente MMS_DEFAULT_RESPONSE_TIMEOUT esteja definida 
como 500 ou um valor maior ao criar o modelo do Amazon SageMaker; caso contrário, a seguinte 
mensagem de erro poderá ser vista no terminal:

An error occurred (ModelError) when calling the InvokeEndpoint operation: Received 
 server error (0) from <users-sagemaker-endpoint> with message "Your invocation timed 
 out while waiting for a response from container model. Review the latency metrics 
 for each container in Amazon CloudWatch, resolve the issue, and try again."

Solucionar erros Ambarella

O SageMaker Neo exige que os modelos sejam empacotados em um arquivo TAR compactado 
(*.tar.gz). Os dispositivos Ambarella exigem que arquivos adicionais sejam incluídos no arquivo 
TAR compactado antes que ele seja enviado para compilação. Inclua os seguintes arquivos em seu 
arquivo TAR comprimido se quiser compilar um modelo para destinos Ambarella com o SageMaker 
Neo:

• Um modelo treinado usando uma estrutura suportada pelo SageMaker Neo

• Um arquivo de configuração JSON

• Imagens de calibração

Por exemplo, o conteúdo do seu arquivo TAR compactado será semelhante ao seguinte exemplo:

###amba_config.json
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###calib_data
|    ### data1
|    ### data2
|    ### .
|    ### .
|    ### .
|    ### data500
###mobilenet_v1_1.0_0224_frozen.pb

O diretório é configurado da seguinte forma:

• amba_config.json: Arquivo de configuração

• calib_data: Pasta contendo imagens de calibração

• mobilenet_v1_1.0_0224_frozen.pb: modelo do TensorFlow salvo como um gráfico 
congelado

Para obter informações sobre estruturas suportadas pelo SageMaker Neo, consulte Estruturas 
compatíveis.

Configurando o arquivo de configuração

O arquivo de configuração fornece as informações exigidas pela cadeia de ferramentas Ambarella 
para compilar o modelo. O arquivo de configuração deve ser salvo como um arquivo JSON e o nome 
do arquivo deve terminar com *config.json. O gráfico a seguir mostra o conteúdo do arquivo de 
configuração.

Chave Descrição Exemplo

inputs Dicionário camadas entradas 
de mapa para atributo.

{inputs:{"data":{. 
..},"data1":{...}}}

“data” Nome da camada de entrada. 
Nota: “data” é um exemplo 
do nome que você pode usar 
para rotular a camada de 
entrada.

“data”

Solucionar erros 4804



Amazon SageMaker Guia do Desenvolvedor

Chave Descrição Exemplo

formato Descreve a forma da entrada 
para o modelo. Isso segue as 
mesmas convenções que o 
SageMaker Neo usa.

“forma”: “1,3,224.224"

filePath Caminho relativo para o 
diretório contendo imagens 
de calibração. Eles podem 
ser arquivos binários ou de 
imagem, como JPG ou PNG.

“caminho do arquivo”: 
“calib_data/”

colorformat Formato de cor que o modelo 
espera. Isso será usado ao 
converter imagens em binário. 
Valores suportados: [RGB, 
BGR]. O padrão é RGB.

"colorformat":"RGB"

médio Valor médio a ser subtraído 
da entrada. Pode ser um valor 
único ou uma lista de valores. 
Quando a média é fornecida 
como uma lista, o número 
de entradas deve correspon 
der à dimensão do canal da 
entrada.

“média”: 128,0

escala Valor da escala a ser usado 
para normalizar a entrada. 
Pode ser um valor único 
ou uma lista de valores. 
Quando a escala é fornecida 
como uma lista, o número 
de entradas deve correspon 
der à dimensão do canal da 
entrada.

“escala”: 255,0
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O exemplo a seguir é um arquivo de configuração de amostra:

{ 
    "inputs": { 
        "data": { 
                "shape": "1, 3, 224, 224", 
                "filepath": "calib_data/", 
                "colorformat": "RGB", 
                "mean":[128,128,128], 
                "scale":[128.0,128.0,128.0] 
        } 
    }
}

Imagens de calibração

Quantize seu modelo treinado fornecendo imagens de calibração. Quantizar seu modelo melhora 
o desempenho do motor CVflow em um sistema Ambarella em um chip (SoC). O conjunto de 
ferramentas Ambarella usa as imagens de calibração para determinar como cada camada no 
modelo deve ser quantizada para obter desempenho e precisão ideais. Cada camada é quantizada 
independentemente dos formatos INT8 ou INT16. O modelo final tem uma mistura de camadas INT8 
e INT16 após a quantização.

Quantas imagens você deve usar?

É recomendável incluir entre 100 e 200 imagens que representem os tipos de cenas que o modelo 
deve manipular. O tempo de compilação do modelo aumenta linearmente com o número de imagens 
de calibração no arquivo de entrada.

Quais são os formatos de imagem recomendados?

As imagens de calibração podem estar em um formato binário bruto ou em formatos de imagem 
como JPG e PNG.

Sua pasta de calibração pode conter uma mistura de imagens e arquivos binários. Se a pasta de 
calibração contiver imagens e arquivos binários, o conjunto de ferramentas primeiro converterá as 
imagens em arquivos binários. Quando a conversão é concluída, ela usa os arquivos binários recém-
gerados junto com os arquivos binários que estavam originalmente na pasta.

Posso converter as imagens em formato binário primeiro?
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Sim. Você pode converter as imagens para o formato binário com pacotes de código aberto, como
OpenCV ou PIL. Corte e redimensione as imagens para que elas satisfaçam a camada de entrada do 
seu modelo treinado.

Média e escala

Você pode especificar as opções de pré-processamento médio e de escala para o conjunto de 
ferramentas Amberalla. Essas operações são incorporadas à rede e aplicadas durante a inferência 
em cada entrada. Não forneça dados processados se você especificar a média ou a escala. Mais 
especificamente, não forneça dados dos quais você tenha subtraído a média ou aplicado a escala.

Verifique seu registro de compilação

Para obter informações sobre como verificar o registro de compilação de dispositivos Ambarella, 
consulte Verifique seu registro de compilação.

Use o Amazon SageMaker Elastic Inference (EI)

A partir de 15 de abril de 2023, a AWS não integrará novos clientes ao Amazon Elastic Inference 
(EI) e ajudará os clientes atuais a migrar suas workloads para opções que ofereçam melhores preço 
e performance. Depois de 15 de abril de 2023, novos clientes não poderão lançar instâncias com 
aceleradores Amazon EI na Amazon SageMaker, Amazon ECS ou Amazon EC2.

O aprendizado de máquina (ML) ativado AWS ajuda você a inovar mais rapidamente com o conjunto 
mais abrangente de serviços e infraestrutura de ML disponibilizados em um modelo de as-you-go 
uso pago e de baixo custo. AWSfornece continuamente uma infraestrutura de melhor desempenho 
e menor custo para cargas de trabalho de inferência de ML. AWSlançou o Amazon Elastic Inference 
(EI) em 2018 para permitir que os clientes associassem aceleração de baixo custo baseada em 
GPU às tarefas do Amazon EC2, das SageMaker instâncias da Amazon ou do Amazon Elastic 
Container Service (ECS) para reduzir o custo de execução da inferência de aprendizado profundo 
em até 75% em comparação com instâncias independentes baseadas em GPU, como Amazon EC2 
P4d e Amazon EC2 G5. Em 2019, AWS lançou o AWS Inferentia, o primeiro silício personalizado 
da Amazon projetado para acelerar as workloads de aprendizado profundo, fornecendo inferência 
de alta performance na nuvem. As instâncias Amazon EC2 Inf1 baseadas em chips Inferentia do 
AWS proporcionam throughput até 2,3 vezes mais mais alta e até 70% menos custo por inferência 
do que instâncias comparáveis da geração atual baseadas em GPU no Amazon EC2. Com a 
disponibilidade de novas opções de computação acelerada, como AWS Inferentia e instâncias G5 do 
Amazon EC2, o benefício de conectar uma GPU fracionária a uma instância host de CPU usando o 
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Amazon EI diminuiu. Por exemplo, clientes que hospedam modelos no Amazon EI que migram para 
instâncias ml.inf1.xlarge podem obter até 56% em redução de custos e duas vezes melhor na 
performance.

Os clientes podem usar o Amazon SageMaker Inference Recommender para ajudá-los a escolher as 
melhores instâncias alternativas ao Amazon EI para implantar seus modelos de ML.

Perguntas frequentes

1. Por que a Amazon está incentivando os clientes a migrar workloads do Amazon Elastic Inference 
(EI) para novas opções de aceleração de hardware, como Inferentia AWS?

Os clientes obtêm melhor performance a um preço muito melhor do que o Amazon EI com novas 
opções de aceleradores de hardware, como o InferentiaAWS, para suas workloads de inferência. 
AWS O Inferentia foi projetado para fornecer inferência de alta performance na nuvem, reduzir o 
custo total da inferência e facilitar a integração de machine learning nos aplicativos empresariais 
para os desenvolvedores. Para permitir que os clientes se beneficiem desses aceleradores de 
hardware de nova geração, não aceitaremos novos clientes no Amazon EI após 15 de abril de 
2023.

2. Quais AWS serviços são afetados pela decisão de cessar a inclusão de novos clientes no Amazon 
Elastic Inference (EI)?

Este anúncio afetará os aceleradores do Amazon EI vinculados a qualquer tarefa do Amazon 
EC2, das instâncias da SageMaker Amazon ou do Amazon Elastic Container Service (ECS). Na 
Amazon SageMaker, isso se aplica tanto a endpoints quanto a kernels de notebooks usando 
aceleradores Amazon EI.

3. Poderei criar um novo acelerador Amazon Elastic Inference (EI) depois de 15 de abril de 2023?

Não, se você for um novo cliente e não tiver utilizado o Amazon EI nos últimos 30 dias, então 
você não conseguirá criar uma nova instância do Amazon EI na sua conta AWS após 15 de abril 
de 2023. No entanto, se você tiver utilizado um acelerador Amazon EI pelo menos uma vez nos 
últimos 30 dias, você poderá associar um novo acelerador Amazon EI à sua instância.

4. Como avalio opções alternativas de instância para meus endpoints atuais do Amazon SageMaker 
Inference?

O Amazon SageMaker Inference Recommender pode ajudá-lo a identificar implantações 
econômicas para migrar cargas de trabalho existentes do Amazon Elastic Inference (EI) para uma 
instância de ML apropriada suportada pelo. SageMaker
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5. Como altero o tipo de instância do meu endpoint existente na Amazon SageMaker?

Você pode alterar o tipo de instância do seu endpoint existente fazendo o seguinte:

1. Primeiro, crie uma nova EndpointConfig que use o novo tipo de instância. Se você tiver uma 
política de dimensionamento automático, exclua a política de dimensionamento automático 
existente.

2. Ligue UpdateEndpointenquanto especifica seu recém-criado EndpointConfig.

3. Aguarde até que seu endpoint mude de status para InService. Isso levará 
aproximadamente de 10 a 15 minutos.

4. Por fim, se você precisar de escalonamento automático para seu novo endpoint, crie uma 
nova política de escalonamento automático para esse novo endpoint e. ProductionVariant

6. Como altero o tipo de instância da minha instância atual do Amazon SageMaker Notebook usando 
o Amazon Elastic Inference (EI)?

Escolha instâncias do Notebook no SageMaker console e, em seguida, escolha a Instância do 
Notebook que você deseja atualizar. Certifique-se de que a instância do bloco de anotações tenha 
um Stopped status. Por fim, você pode escolher Editar e alterar o tipo de instância. Certifique-
se de que, ao iniciar sua Instância do bloco de anotações, você selecione o kernel certo para sua 
nova instância.

7. Existe um tipo de instância específico que seja uma boa alternativa ao Amazon Elastic Inference 
(EI)?

Cada workload de machine learning é única. Recomendamos usar o Amazon SageMaker 
Inference Recommender para ajudá-lo a identificar o tipo de instância certo para sua carga de 
trabalho de ML, requisitos de desempenho e orçamento. AWS Inferentia, especificamente o
inf1.xlarge, é a melhor alternativa de alta performance e baixo custo para os clientes do 
Amazon EI.

Migre do Amazon Elastic Inference para outras instâncias

As informações a seguir podem ajudá-lo a migrar seus endpoints SageMaker hospedados de 
instâncias que usam aceleradores Amazon Elastic Inference para outras instâncias. O conselho varia 
de acordo com sua framework.
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PyTorch

Se você estiver migrando de PyTorch, use as diretrizes a seguir.

1. Escolher o tipo certo de instância

Cada workload de machine learning é única. Recomendamos usar o Amazon SageMaker Inference 
Recommender para ajudá-lo a identificar o tipo de instância certo para sua carga de trabalho de 
ML, requisitos de desempenho e orçamento. AWS Inferentia, especificamente o inf1.xlarge, é a 
melhor alternativa de alta performance e baixo custo para os clientes do Amazon EI.

Em nosso teste de carga com o Inference Recommender, as g4dn.xlarge instâncias tiveram um 
desempenho melhor do que as m5.large instâncias com eia.2large anexo. Com o Amazon 
Elastic Inference, você precisa pagar o custo adicional da instância de ML à qual o acelerador está 
conectado. O Amazon Elastic Inference também oferece suporte apenas às versões PyTorch 1.5 e 
TensorFlow 2.3. Se você migrar para ml.g4dn instâncias, poderá usar as versões mais recentes da 
PyTorch 1.11 e TensorFlow 2.9. Além disso, Inferentia ml.g4dn e AWS estão disponíveis em todas 
as AWS regiões, enquanto o Amazon Elastic Inference está disponível apenas em 6 regiões. Tanto 
a Inferentia AWS quanto a Inferentia ml.g4dn oferecem melhor performance a um preço mais baixo 
para a maioria das workloads de inferência de ML.

2. Modificar inference.py

Modifique seu arquivo inference.py para remover quaisquer alterações necessárias específicas 
do Elastic Inference e use manipuladores padrão. Com base em diferentes casos de uso, você pode 
ter manipuladores de entrada e saída distintos, mas as principais alterações que você deve fazer 
estão nas funções de manipulação de carregamento do modelo model_fn e predict_fn. Remova 
o manipulador de previsões específico do Elastic Inference predict_fn e restaure o manipulador 
de carregamento do modelo para o formato padrão model_fn. O exemplo a seguir mostra como 
fazer isso, com as partes que você deve remover de inference.py comentadas:

from __future__ import print_function

import os

import torch
import torch.nn as nn
import torch.nn.functional as F
import numpy as np

def model_fn(model_dir, context): 
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    model = {customer_model} 
    # if torch.__version__ in VERSIONS_USE_NEW_API: 
        # import torcheia 
        # loaded_model = loaded_model.eval() 
        # loaded_model = torcheia.jit.attach_eia(loaded_model, 0) 
    with open(os.path.join(model_dir, 'model.pth'), 'rb') as f: 
        model.load_state_dict(torch.load(f)) 
    return model 
     

# def predict_fn(input_data, model):
#     logger.info(
#         "Performing EIA inference with Torch JIT context with input of size 
 {}".format(
#             input_data.shape
#         )
#     )
#     device = torch.device("cuda" if torch.cuda.is_available() else "cpu")
#     input_data = input_data.to(device)
#     with torch.no_grad():
#        if torch.__version__ in VERSIONS_USE_NEW_API:
#             import torcheia
#  
#             torch._C._jit_set_profiling_executor(False)
#             with torch.jit.optimized_execution(True):
#                 return model.forward(input_data)
#         else:
#             with torch.jit.optimized_execution(True, {"target_device": "eia:0"}):
#                 return model(input_data)

def predict_fn(input_data, model): 
    return model(input_data)

3. Criar um modelo

Crie um modelo novo que aponte para seu arquivo inference.py modificado. Você pode manter o 
arquivo inference.py localmente e apontar para ele especificando source_dir e entry_point
ou incluir o arquivo inference.py no pacote do modelo ao criá-lo. O exemplo a seguir mostra o 
caso anterior:

from sagemaker.pytorch import PyTorchModel

pytorch = PyTorchModel( 
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    model_data={model_data_url}, 
    role=role, 
    entry_point="inference.py", 
    source_dir="code", 
    framework_version="1.5.1", 
    py_version="py3", 
    sagemaker_session=sagemaker_session,
)

4. Implante o modelo no endpoint e invoque-o

Você pode usar uma das opções a seguir para implantar o modelo após fazer as alterações 
anteriores.

Opção 1: implantar do zero

Você pode implantar o modelo em um novo endpoint com uma instância recomendada da categoria
Computação acelerada, como G4.

predictor = pytorch.deploy( 
        ... 
        # instance_type = "ml.c5.xlarge", 
        instance_type="ml.g4dn.2xlarge", 
        ...
response = predictor.predict(payload)

Opção 2: atualizar o endpoint existente

Conclua as etapas a seguir para atualizar o endpoint existente:

1. Chame CreateEndpointConfig para criar uma nova EndpointConfig que use o novo tipo 
de instância. Se você tiver uma política de dimensionamento automático, exclua a política de 
dimensionamento automático existente.

endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[ 
        { 
            "VariantName": "variant1", # The name of the production variant. 
            "ModelName": model_name, # The name of new created model  
            "InstanceType": instance_type, # Specify the right-sized instance type. 
            "InitialInstanceCount": 1 # Number of instances to launch initially. 
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        } 
    ]
)

2. Chame UpdateEndpoint e especifique seu recém-criado EndpointConfig.

endpoint_config_response = sagemaker_client.update_endpoint( 
    EndpointConfigName=endpoint_config_name, # The name of the new endpoint config 
 just created 
    EndpointName=endpoint_name # The name of the existing endpoint you want to 
 update 
 )

3. Aguarde até que seu endpoint mude de status para InService. Isso leva aproximadamente de 
10 a 15 minutos.

4. Finalmente, se você precisar de dimensionamento automático para o seu novo endpoint, 
crie uma nova política de dimensionamento automático para o seu novo endpoint e
ProductionVariant.

TensorFlow

Se você estiver migrando de TensorFlow, use as diretrizes a seguir.

1. Escolher o tipo certo de instância

Consulte o 1. Escolha a orientação correta sobre o tipo de instância na PyTorch seção.

2. Implante o modelo no endpoint e invoque-o

Você pode usar uma das seguintes opções para implantar o seu modelo.

Opção 1: implantar do zero

Você pode migrar do Elastic Inference reimplantando o modelo em um novo endpoint removendo 
o campo accelerator_type e especificando um tipo de instância do tamanho certo da categoria
Computação Acelerada, como G4. No exemplo a seguir, a linha comentada faz com que você 
implante sem usar um acelerador Elastic Inference.

predictor = tensorflow_model.deploy( 
    ... 
    instance_type="ml.g4dn.2xlarge" 
    # instance_type="ml.c5.xlarge", 
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    # accelerator_type="ml.eia1.medium" 
    ...
)

Opção 2: atualizar o endpoint existente

Consulte a Opção 2. Atualize a orientação de endpoint existente na Etapa 4 da PyTorch seção.

MXNet

Se você estiver migrando do MXNet, use as diretrizes a seguir.

1. Escolher o tipo certo de instância

Consulte o 1. Escolha a orientação correta sobre o tipo de instância na PyTorch seção.

2. Implante o modelo no endpoint e invoque-o

Você pode usar uma das seguintes opções para implantar o seu modelo.

Opção 1: implantar do zero

Você pode migrar do Elastic Inference reimplantando o modelo em um novo endpoint removendo 
o campo accelerator_type e especificando um tipo de instância do tamanho certo da categoria
Computação Acelerada, como G4. No exemplo a seguir, a linha comentada faz com que você 
implante sem usar um acelerador Elastic Inference.

predictor = mxnet_model.deploy( 
        ... 
        # instance_type="ml.c5.xlarge", 
        instance_type="ml.g4dn.2xlarge" 
        ...
)

Opção 2: atualizar o endpoint existente

Consulte a Opção 2: Atualizar a orientação de endpoint existente na Etapa 4 da PyTorch seção.

Tópicos

• Como funciona o EI

• Escolher um tipo de acelerador de EI

• Use EI em uma instância de SageMaker notebook
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• Usar o EI em um endpoint hospedado

• Frameworks que oferecem suporte para EI

• Use EI com algoritmos SageMaker integrados

• Cadernos de exemplo do EI

• Configuração para usar o EI

• Anexe o EI a uma instância do bloco de anotações

• Use EI em endpoints SageMaker hospedados pela Amazon

Como funciona o EI

Os aceleradores Amazon Elastic Inference são dispositivos conectados à rede que funcionam 
junto com SageMaker instâncias em seu endpoint para acelerar suas chamadas de inferência. O 
Elastic Inference acelera a inferência, permitindo que você anexe GPUs fracionadas a qualquer 
instância do SageMaker. Você pode selecionar a instância do cliente para executar seu aplicativo e 
anexar um acelerador do Elastic Inference para usar a quantidade certa de aceleração de GPU para 
suas necessidades de inferência. O Elastic Inference ajuda a reduzir seu custo quando não utiliza 
totalmente a instância de GPU para inferência. É recomendável experimentar o Elastic Inference com 
seu modelo usando diferentes instâncias de CPU e tamanhos de acelerador.

Os seguintes tipos de acelerador de EI estão disponíveis. Você pode configurar seus endpoints ou 
instâncias do bloco de anotações com qualquer tipo de acelerador de EI.

Na tabela, a taxa de transferência em teraflops (TFLOPS) é listado para operações de ponto 
flutuante com precisão única (F32) e de ponto flutuante com meia precisão (F16). A memória em GB 
também está listada.

Tipo de acelerador Taxa de transferência 
de F32 em TFLOPS

Taxa de transferência 
de F16 em TFLOPS

Memória em GB

ml.eia2.medium 1 8 2

ml.eia2.large 2 16 4

ml.eia2.xlarge 4 32 8

ml.eia1.medium 1 8 1
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Tipo de acelerador Taxa de transferência 
de F32 em TFLOPS

Taxa de transferência 
de F16 em TFLOPS

Memória em GB

ml.eia1.large 2 16 2

ml.eia1.xlarge 4 32 4

Escolher um tipo de acelerador de EI

Considere os seguintes fatores ao escolher um tipo de acelerador para um modelo hospedado:

• Modelos, tensores de entrada e tamanhos de lote influenciam a quantidade de memória de 
acelerador necessária. Comece com um tipo de acelerador que forneça pelo menos a mesma 
quantidade de memória que o tamanho de arquivo do seu modelo treinado. Fator em que um 
modelo pode usar significativamente mais memória do que o tamanho do arquivo no tempo de 
execução.

• As demandas por recursos de computação de CPU, principalmente memória do sistema e 
memória de aceleradora e de aceleração baseada em GPU variam significativamente entre 
diferentes tipos de modelos de aprendizado profundo. Os requisitos de latência e taxa de 
transferência do aplicativo também determinam a quantidade de computação e aceleração 
necessárias. Teste cuidadosamente diferentes configurações de tipos de instâncias e tamanhos 
de aceleradores de EI para garantir que você escolha a configuração que melhor atenda às 
necessidades de performance do seu aplicativo.

Para obter mais informações sobre como selecionar um acelerador de EI, consulte:

• Visão geral do Amazon Elastic Inference

• Escolha de uma instância e de um tipo de acelerador para seu modelo

• Otimizando custos no Amazon Elastic Inference com TensorFlow

Use EI em uma instância de SageMaker notebook

Normalmente, você cria e testa modelos de aprendizado de máquina em um SageMaker notebook 
antes de implantá-los para produção. Você pode anexar o EI à sua instância do bloco de anotações 
ao criar essa instância. Você pode configurar um endpoint hospedado localmente na instância do 
notebook usando o modo local suportado pelo TensorFlow MXNet e os estimadores PyTorch e 
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modelos no Amazon SageMaker Python SDK para testar o desempenho da inferência. Atualmente, 
o Elastic Inference habilitado não PyTorch é suportado em instâncias de notebooks. Para obter 
instruções sobre como anexar o EI a uma instâncias do bloco de anotações e configurar um endpoint 
local para inferência, consulte Anexe o EI a uma instância do bloco de anotações. Também há 
kernels do SageMaker Notebook Jupyter habilitados para Elastic Inference para versões habilitadas 
para Elastic Inference e Apache MXNet. TensorFlow Para obter informações sobre o uso de 
instâncias de SageMaker notebook, consulte Usar instâncias de SageMaker notebook da Amazon

Usar o EI em um endpoint hospedado

Quando estiver pronto para implantar seu modelo para produção para fornecer inferências, você cria 
um endpoint SageMaker hospedado. Você pode anexar o EI à instância em que seu endpoint está 
hospedado para aumentar sua performance de fornecimento de inferências. Para obter instruções 
sobre como anexar o EI a uma instância de endpoint hospedada, consulte Use EI em endpoints 
SageMaker hospedados pela Amazon.

Frameworks que oferecem suporte para EI

O Amazon Elastic Inference foi projetado para ser usado com versões AWS aprimoradas do 
TensorFlow Apache MXNet ou de estruturas de aprendizado de máquina. PyTorch Essas versões 
aprimoradas das estruturas são automaticamente incorporadas aos contêineres quando você usa o 
SDK do Amazon SageMaker Python, ou você pode baixá-las como arquivos binários e importá-las 
em seus próprios contêineres do Docker.

Você pode baixar os arquivos TensorFlow binários habilitados para EI do bucket Amazon S3 público
amazonei-tensorflow para os contêineres de serviço. TensorFlow Para obter mais informações sobre 
a criação de um contêiner que usa a versão habilitada para EI do TensorFlow, consulte Amazon 
Elastic Inference TensorFlow with in. SageMaker

Você pode baixar os arquivos binários do MXNet habilitados para Elastic Inference do bucket público
amazonei-apachemxnet na Amazon S3 para os contêineres de serviço do MXNet. Para obter mais 
informações sobre a criação de um contêiner que usa a versão habilitada para EI do MXNet, consulte 
Amazon Elastic Inference with MXNet in. SageMaker

Você pode baixar o binário habilitado para o Elastic Inference para. PyTorch Para obter mais 
informações sobre a criação de um contêiner que usa a versão habilitada para EI do PyTorch, 
consulte Amazon Elastic Inference PyTorch with in. SageMaker

Para usar o Elastic Inference em um endpoint hospedado, é possível escolher qualquer framework 
dependendo de suas necessidades.
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• SageMaker SDK para Python — Implemente modelos TensorFlow

• SageMaker SDK para Python - Implemente modelos MXNet

• SageMaker SDK para Python — Implemente modelos PyTorch

Se você precisar criar um contêiner personalizado para implantar seu modelo que seja complexo e 
exija extensões em uma estrutura que os contêineres SageMaker pré-criados não suportam, use o 
AWS SDK de baixo nível para Python (Boto 3).

Use EI com algoritmos SageMaker integrados

Atualmente, os algoritmos integrados Classificação de imagens - MXNet e Detecção de objetos - 
MXNet oferecem suporte para EI. Para obter um exemplo que usa o algoritmo de classificação de 
imagem com EI, consulte Exemplo de classificação de imagem multiclasse de ponta a ponta.

Cadernos de exemplo do EI

Os seguintes exemplos de cadernos fornecem exemplos do uso do EI em: SageMaker

• Usando o Amazon Elastic Inference com o MXNet na Amazon SageMaker

• Usando o Amazon Elastic Inference com o MXNet em uma instância do Amazon Notebook 
SageMaker

• Usando o Amazon Elastic Inference com o modelo TensorFlow neocompilado em SageMaker

• Usando o Amazon Elastic Inference com um modelo de serviço pré-treinado TensorFlow em 
SageMaker

Configuração para usar o EI

Use as instruções neste tópico somente se uma das seguintes situações for aplicável ao seu caso:

• Você deseja usar uma função personalizada ou uma política de permissões.

• Você deseja usar uma VPC para seu modelo hospedado ou instância do bloco de anotações.

Note

Se você já tem uma função de execução com a política AmazonSageMakerFullAccess
gerenciada anexada (isso vale para qualquer função do IAM criada ao criar uma instância de 
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notebook, trabalho de treinamento ou modelo no console) e não estiver se conectando a um 
modelo de EI ou instância de notebook em uma VPC, não precisará fazer nenhuma dessas 
alterações para usar a EI na Amazon. SageMaker

Tópicos

• Configurar permissões obrigatórias

• Usar uma VPC personalizada para conectar-se ao EI

Configurar permissões obrigatórias

Para usar o EI em SageMaker, a função que você usa para abrir uma instância de notebook ou criar 
um modelo implantável deve ter uma política com as permissões necessárias anexadas. Você pode 
anexar à função a política gerenciada AmazonSageMakerFullAccess, que contém as permissões 
necessárias ou adicionar uma política personalizada que tenha as permissões obrigatórias. Para 
obter informações sobre a criação de um perfil do IAM, consulte Como criar um perfil para um 
serviço (console) do AWS no Guia do usuário do AWS Identity and Access Management. Para obter 
informações sobre como anexar uma política a uma função, consulte Adicionar e remover políticas 
do IAM.

Adicione essas permissões especificamente para conectar o EI em uma política do IAM:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "elastic-inference:Connect", 
        "ec2:DescribeVpcEndpoints" 
    ], 
    "Resource": "*"
} 
             

A política do IAM a seguir é a lista completa das permissões necessárias para usar o EI em 
SageMaker.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
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            "Effect": "Allow", 
            "Action": [ 
                "elastic-inference:Connect", 
                "ec2:DescribeVpcEndpoints" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:GetAuthorizationToken", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage", 
                "ecr:BatchCheckLayerAvailability", 
                "cloudwatch:PutMetricData", 
                "cloudwatch:PutMetricAlarm", 
                "cloudwatch:DescribeAlarms", 
                "cloudwatch:DeleteAlarms", 
                "ec2:CreateNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterface", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeSecurityGroups", 
                "application-autoscaling:DeleteScalingPolicy", 
                "application-autoscaling:DeleteScheduledAction", 
                "application-autoscaling:DeregisterScalableTarget", 
                "application-autoscaling:DescribeScalableTargets", 
                "application-autoscaling:DescribeScalingActivities", 
                "application-autoscaling:DescribeScalingPolicies", 
                "application-autoscaling:DescribeScheduledActions", 
                "application-autoscaling:PutScalingPolicy", 
                "application-autoscaling:PutScheduledAction", 
                "application-autoscaling:RegisterScalableTarget", 
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                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DescribeLogStreams", 
                "logs:GetLogEvents", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:CreateBucket", 
                "s3:GetBucketLocation", 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
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            "Action": "iam:CreateServiceLinkedRole", 
            "Effect": "Allow", 
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
            "Condition": { 
                "StringLike": { 
                    "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        } 
    ]
} 
             

Usar uma VPC personalizada para conectar-se ao EI

Para usar o EI SageMaker em uma VPC, você precisa criar e configurar dois grupos de segurança e 
configurar um endpoint de interface PrivateLink VPC. O EI usa o endpoint da interface VPC para se 
comunicar com os SageMaker endpoints em sua VPC. Os grupos de segurança que você cria são 
usados para conectar-se ao endpoint de VPC de interface.

Configurar grupos de segurança para conectar-se ao EI

Para usar o EI em uma VPC, você precisa criar dois grupos de segurança:

• Um grupo de segurança para controlar o acesso ao endpoint de VPC de interface que você 
configurará para o EI.

• Um grupo de segurança que permite ligar SageMaker para o primeiro grupo de segurança.
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Como configurar os dois grupos de segurança

1. Crie um grupo de segurança sem conexões de saída. Você o anexará à interface do VPC 
endpoint que será criado na próxima seção.

2. Crie um segundo grupo de segurança sem conexões de entrada, mas com uma conexão de 
saída com o primeiro grupo de segurança.

3. Edite o primeiro grupo de segurança para permitir conexões de entrada apenas com o segundo 
grupo de segurança em todas as conexões de saída.

Para obter mais informações sobre grupos de segurança da VPC, consulte Grupos de segurança 
para o seu VPC no Guia do usuário do Amazon Virtual Private Cloud.

Configurar um endpoint de VPC de interface para conectar-se ao EI

Para usar o EI SageMaker em uma VPC personalizada, você precisa configurar um endpoint de 
interface VPC (PrivateLink) para o serviço EI.

• Configure um endpoint de interface VPC (PrivateLink) para o EI. Siga as instruções em Criação 
de um endpoint de interface. Na lista de serviços, escolha com.amazonaws.<region>.elastic-
inference.runtime. Para Grupo de segurança, certifique-se de selecionar o primeiro grupo de 
segurança criado na seção anterior para o endpoint.

• Quando você configurar o endpoint da interface, escolha todas as Zonas de disponibilidade onde o 
EI está disponível. O EI falhará se você não configurar pelo menos duas Zonas de disponibilidade. 
Para obter informações sobre sub-redes de VPC, consulte VPCs e sub-redes.

Anexe o EI a uma instância do bloco de anotações

Para testar e avaliar a performance de inferência usando o EI, você pode anexar o EI a uma 
instâncias do bloco de anotações ao criar ou atualizar essa instância. Você pode então usar o EI 
no modo local para hospedar um modelo em um endpoint hospedado na instância do bloco de 
anotações. Você deve testar vários tamanhos de instâncias de bloco de anotações e aceleradores 
do EI para avaliar a configuração que funciona melhor para o seu caso de uso.

Configuração para usar o EI

Para usar o EI localmente em uma instância do bloco de anotações, crie uma instância de bloco de 
anotações com uma instância do EI.
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Como criar uma instância do bloco de anotações com uma instância do EI

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, selecione Instâncias do bloco de anotações.

3. Escolha Criar instância do bloco de anotações.

4. Para Nome da instância do bloco de anotações, forneça um nome exclusivo para a sua instância 
de bloco de anotações.

5. Para o tipo de instância do bloco de anotações, escolha uma instância de CPU, como 
ml.t2.medium.

6. Para Elastic Inference (EI) (Inferência elástica (EI)), escolha uma instância na lista, como
ml.eia2.medium.

7. Para a função do IAM, escolha uma função do IAM que tenha as permissões necessárias para 
usar SageMaker e EI.

8. (Opcional) Para VPC - Optional (VPC – Opcional), se quiser que a instância do bloco de 
anotações use uma VPC, escolha uma na lista disponível. Caso contrário, deixe como No VPC 
(Nenhuma VPC). Se você usa uma VPC, siga as instruções em Usar uma VPC personalizada 
para conectar-se ao EI.

9. (Opcional) Para Configuração do ciclo de vida - opcional, deixe como Sem configuração ou 
escolha uma configuração de ciclo de vida. Para ter mais informações, consulte Personalizar 
uma instância de caderno usando um script de configuração do ciclo de vida.

10. (Opcional) Para chave de criptografia - opcional, opcional) Se você quiser SageMaker usar 
uma chave AWS Key Management Service (AWS KMS) para criptografar dados no volume de 
armazenamento de ML anexado à instância do notebook, especifique a chave.

11. (Opcional) Para Tamanho do volume em GB - opcional, deixe o valor padrão de 5.

12. (Opcional) Para Tags, adicione tags à instância do bloco de anotações. Uma tag é um rótulo que 
você atribui para ajudar a gerenciar suas instâncias do bloco de anotações. Uma tag consiste 
em uma chave e um valor, ambos definidos por você.

13. Escolha Criar instância do bloco de anotações.

Depois de criar sua instância do bloco de anotações com o EI anexado, você pode criar um bloco 
de anotações Jupyter e configurar um endpoint EI hospedado localmente na instância do bloco de 
anotações.

Tópicos
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• Use EI no modo local em SageMaker

Use EI no modo local em SageMaker

Para usar o EI localmente em um endpoint hospedado em uma instância de notebook, use o modo 
local com as versões do Amazon SageMaker Python SDK do MXNet ou dos TensorFlow estimadores 
ou modelos. PyTorch Para obter mais informações sobre o suporte ao modo local no SDK do 
SageMaker Python, consulte https://github.com/aws/ #. sagemaker-python-sdk sagemaker-python-
sdk-overview

Tópicos

• Use EI no modo local com SageMaker TensorFlow estimadores e modelos

• Usar o EI no modo local com estimadores e modelos Apache MXNet do SageMaker

• Use EI no modo local com SageMaker PyTorch estimadores e modelos

Use EI no modo local com SageMaker TensorFlow estimadores e modelos

Para usar o EI TensorFlow no modo local, especifique local para instance_type e
local_sagemaker_notebook para accelerator_type quando você chama o deploy
método de um estimador ou objeto de modelo. Para obter mais informações sobre os 
TensorFlow estimadores e modelos do Amazon SageMaker Python SDK, consulte https://
sagemaker.readthedocs.io/en/stable/frameworks/tensorflow/index.html.

O código a seguir mostra como usar o modo local com um objeto estimador. Antes de chamar o 
método deploy, você deve ter:

• Treinado o modelo chamando o método fit de um estimador.

• Transmitir um artefato do modelo ao inicializar o objeto de modelo.

# Deploys the model to a local endpoint
tf_predictor = tf_model.deploy(initial_instance_count=1, 
                               instance_type='local', 
                               accelerator_type='local_sagemaker_notebook')
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Usar o EI no modo local com estimadores e modelos Apache MXNet do SageMaker

Para usar o EI com MXNet em modo local, especifique local para instance_type e
local_sagemaker_notebook para accelerator_type ao chamar o método deploy de um 
estimador ou um objeto de modelo. Para obter mais informações sobre os estimadores e modelos 
MXNet do Amazon SageMaker Python SDK, consulte https://sagemaker.readthedocs.io/en/stable/
frameworks/mxnet/index.html.

O código a seguir mostra como usar o modo local com um objeto estimador. Você deve ter chamado 
anteriormente o método fit do estimador para treinar o modelo.

# Deploys the model to a local endpoint
mxnet_predictor = mxnet_estimator.deploy(initial_instance_count=1, 
                                         instance_type='local', 
                                         accelerator_type='local_sagemaker_notebook')

Para obter um exemplo completo do uso do EI no modo local com o MXNet, consulte o exemplo 
de caderno em https://sagemaker-examples.readthedocs.io/en/latest/ sagemaker-python-sdk /
mxnet_mnist/mxnet_mnist_elastic_inference_local.html.

Use EI no modo local com SageMaker PyTorch estimadores e modelos

Para usar o EI PyTorch no modo local, ao chamar o deploy método de um estimador ou objeto 
de modelo, especifique local para instance_type e local_sagemaker_notebook para.
accelerator_type Para obter mais informações sobre estimadores e modelos do Amazon 
SageMaker Python SDK, consulte PyTorch Estimadores e modelos. SageMaker PyTorch

O código a seguir mostra como usar o modo local com um objeto estimador. Você deve ter chamado 
anteriormente o método fit do estimador para treinar o modelo.

# Deploys the model to a local endpoint
pytorch_predictor = pytorch_estimator.deploy(initial_instance_count=1, 
                                             instance_type='local', 
                                             
 accelerator_type='local_sagemaker_notebook')

Use EI em endpoints SageMaker hospedados pela Amazon

Para usar o Elastic Inference (EI) na Amazon SageMaker com um endpoint hospedado para 
inferência em tempo real, especifique um acelerador de EI ao criar o modelo implantável para ser 
hospedado nesse endpoint. Você pode fazer isso por meio de uma das seguintes maneiras:
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• Use as versões do Amazon SageMaker Python SDK do, TensorFlow MXNet ou e os contêineres 
SageMaker pré-criados para, MXNet PyTorch e TensorFlow PyTorch

• Crie seu próprio contêiner e use a SageMaker API de baixo nível (Boto 3). Você precisará importar 
a versão habilitada para EI do TensorFlow MXNet ou dos locais fornecidos PyTorch do Amazon S3 
para o seu contêiner e usar uma dessas versões para escrever seu script de treinamento.

• Use os algoritmos integrados Classificação de imagens - MXNet ou Detecção de objetos - MXNet
e use o AWS SDK for Python (Boto3) para executar o trabalho de treinamento e criar o modelo 
implantável e o endpoint hospedado.

Tópicos

• Use EI com um SageMaker TensorFlow contêiner

• Use EI com um contêiner SageMaker MXNet

• Use EI com um SageMaker PyTorch contêiner

• Usar EI com i seu próprio contêiner

Use EI com um SageMaker TensorFlow contêiner

Para usar TensorFlow com o EI em SageMaker, você precisa chamar o deploy método dos objetos
Estimator ou Model. Em seguida, você especifica um tipo de acelerador usando o argumento de 
entrada accelerator_type. Para obter informações sobre o uso TensorFlow no SDK do SageMaker 
Python, consulte: https://sagemaker.readthedocs.io/en/stable/frameworks/tensorflow/index.html.

SageMaker fornece treinamento de modelo padrão e código de inferência para sua conveniência. 
Para formatos de arquivo personalizados, pode ser necessário implementar um código de 
treinamento e inferência de modelo personalizado.

Usar um objeto estimador

Para usar um objeto estimador com o EI, ao usar o método de implantação, inclua o argumento 
de entrada accelerator_type. O estimador retorna um objeto preditor que chamamos de seu 
método de implantação, conforme mostrado no código de exemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')
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Usar um objeto de modelo

Para usar um objeto de modelo com EI, ao usar o método de implantação, inclua o argumento 
de entrada accelerator_type. O estimador retorna um objeto preditor que chamamos de seu 
método de implantação, conforme mostrado no código de exemplo.

# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Use EI com um contêiner SageMaker MXNet

Para usar o MXNet com EI em SageMaker, você precisa chamar o deploy método dos objetos
Estimator ou Model. Depois, especifique um tipo de aceleradora usando o argumento de entrada
accelerator_type. Para obter informações sobre o uso do MXNet no SDK do Amazon 
SageMaker Python, consulte https://sagemaker.readthedocs.io/en/stable/frameworks/mxnet/
index.html

Para sua conveniência, SageMaker fornece treinamento de modelo padrão e código de inferência. 
Para formatos de arquivo personalizados, pode ser necessário escrever um código de treinamento e 
inferência de modelo personalizado.

Usar um objeto estimador

Para usar um objeto estimador com o EI, ao usar o método de implantação, inclua o argumento 
de entrada accelerator_type. O estimador retorna um objeto preditor que chamamos de seu 
método de implantação, conforme mostrado no código de exemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Usar um objeto de modelo

Para usar um objeto de modelo com EI, ao usar o método de implantação, inclua o argumento 
de entrada accelerator_type. O estimador retorna um objeto preditor que chamamos de seu 
método de implantação, conforme mostrado no código de exemplo.
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# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Para obter um exemplo completo do uso do EI com o MXNet in SageMaker, consulte o notebook 
de amostra em https://github.com/awslabs/ amazon-sagemaker-examples /blob/master/ /
mxnet_mnist_elastic_inference.ipynb sagemaker-python-sdk

Use EI com um SageMaker PyTorch contêiner

Para usar PyTorch com o EI em SageMaker, você precisa chamar o deploy método dos objetos
Estimator ou Model. Depois, especifique um tipo de aceleradora usando o argumento de entrada
accelerator_type. Para obter informações sobre o uso PyTorch no SDK do Amazon SageMaker 
Python, consulte SageMaker PyTorch Estimators and Models.

Para sua conveniência, SageMaker fornece treinamento de modelo padrão e código de inferência. 
Para formatos de arquivo personalizados, pode ser necessário escrever um código de treinamento e 
inferência de modelo personalizado.

Usar um objeto estimador

Para usar um objeto estimador com o EI, ao usar o método de implantação, inclua o argumento 
de entrada accelerator_type. O estimador retorna um objeto preditor, que chamamos de seu 
método de implantação, conforme mostrado nesse código de exemplo.

# Deploy an estimator using EI (using the accelerator_type input argument)
predictor = estimator.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
                             accelerator_type='ml.eia2.medium')

Usar um objeto de modelo

Para usar um objeto de modelo com EI, ao usar o método de implantação, inclua o argumento de 
entrada accelerator_type. O modelo retorna um objeto preditor, que chamamos de seu método 
de implantação, conforme mostrado nesse código de exemplo.

# Deploy a model using EI (using the accelerator_type input argument)
predictor = model.deploy(initial_instance_count=1, 
                             instance_type='ml.m4.xlarge', 
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                             accelerator_type='ml.eia2.medium')

Usar EI com i seu próprio contêiner

Para usar o EI com um modelo em um contêiner personalizado que você cria, use o AWS SDK de 
baixo nível para Python (Boto 3). baixe e importe as versões AWS habilitadas para EI do Apache 
MXNet PyTorch ou das TensorFlow estruturas de aprendizado de máquina e escreva seu script de 
treinamento usando essas estruturas.

Importe a versão EI do TensorFlow MXNet ou PyTorch para o seu contêiner Docker

Para usar o EI com seu próprio contêiner, você precisa importar a biblioteca Amazon EI TensorFlow 
Serving, a biblioteca Amazon EI Apache MXNet ou a biblioteca PyTorch habilitada para Elastic 
Inference em seu contêiner. As versões habilitadas para EI do e do TensorFlow MXNet estão 
atualmente disponíveis como arquivos binários armazenados em locais do Amazon S3. Você pode 
baixar o binário habilitado para EI do bucket Amazon S3 em TensorFlow console.aws.amazon.com/
s3/buckets/amazonei-tensorflow. Para obter informações sobre como criar um contêiner que 
usa a versão habilitada para EI do TensorFlow, consulte https://github.com/aws/ sagemaker-
tensorflow-container # building-the-sagemaker-elastic -. inference-tensorflow-serving-container 
Você pode baixar o binário habilitado para EI do Apache MXNet no bucket público da Amazon S3 
em console.aws.amazon.com/s3/buckets/amazonei-apachemxnet. Para obter informações sobre a 
criação de um contêiner que usa a versão habilitada para EI do MXNet, consulte https://github.com/
aws/ # -. sagemaker-mxnet-container building-the-sagemaker-elastic inference-mxnet-container Você 
pode baixar o binário habilitado para o Elastic Inference para. PyTorch Para obter informações sobre 
como criar um contêiner que usa a versão habilitada para Elastic Inference do PyTorch, consulte
Criando sua imagem.

Criar um endpoint do EI com o AWS SDK for Python (Boto 3)

Para criar um endpoint usando o AWS SDK para Python (Boto 3), primeiro crie uma configuração 
de endpoint. A configuração de endpoint especifica um ou mais modelos (chamados de variantes 
de produção) que você deseja hospedar no endpoint. Para anexar o EI a uma ou mais das variantes 
de produção hospedados no endpoint, você especifica um dos tipos de instância de EI como o 
campo AcceleratorType para essa ProductionVariant. Em seguida, você transmite essa 
configuração de endpoint ao criar o endpoint.

Criar uma configuração de endpoint

Para usar o EI, é necessário especificar um tipo de aceleradora na configuração de endpoint:
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# Create Endpoint Configuration
from time import gmtime, strftime

endpoint_config_name = 'ImageClassificationEndpointConfig-' + strftime("%Y-%m-%d-%H-%M-
%S", gmtime())
print(endpoint_config_name)
create_endpoint_config_response = sagemaker.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name, 
    ProductionVariants=[{ 
        'InstanceType':'ml.m4.xlarge', 
        'InitialInstanceCount':1, 
        'ModelName':model_name, 
        'VariantName':'AllTraffic', 
        'AcceleratorType':'ml.eia2.medium'}])

print("Endpoint Config Arn: " + create_endpoint_config_response['EndpointConfigArn'])

Criar um endpoint

Depois de criar uma configuração de endpoint com um tipo de aceleradora, é possível criar um 
endpoint.

endpoint_name = 'ImageClassificationEndpoint-' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
endpoint_response = sagemaker.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name)

Depois de criar o endpoint, é possível invocá-lo usando o método invoke_endpoint em um objeto 
do tempo de execução Boto3, como faria com qualquer outro endpoint.

Práticas recomendadas

Os tópicos a seguir fornecem orientação sobre as melhores práticas para a implantação de modelos 
de aprendizado de máquina na Amazon SageMaker.

Tópicos

• Práticas recomendadas para implantação de modelos em SageMaker serviços de hospedagem

• Práticas recomendadas de segurança do monitor

• Inferência em tempo real de baixa latência com AWS PrivateLink
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• Migre a workload de inferência do x86 para o Graviton AWS

• Solucione problemas de implantações de SageMaker modelos da Amazon

• Práticas recomendadas de otimização de custos de inferência

• Práticas recomendadas para minimizar as interrupções durante as atualizações do driver da GPU

• Melhores práticas para segurança e saúde de terminais com a Amazon SageMaker

Práticas recomendadas para implantação de modelos em SageMaker 
serviços de hospedagem

Ao hospedar modelos usando serviços de SageMaker hospedagem, considere o seguinte:

• Normalmente, um aplicativo cliente envia solicitações ao endpoint SageMaker HTTPS para obter 
inferências de um modelo implantado. Você também pode enviar solicitações para esse endpoint 
pelo bloco de anotações Jupyter durante o teste.

• Você pode implantar um modelo treinado SageMaker em seu próprio destino de implantação. Para 
fazer isso, você precisa saber o formato específico de algoritmo dos artefatos de modelo gerados 
pelo treinamento de modelo. Para obter mais informações sobre formatos de saída, consulte a 
seção correspondente ao algoritmo usado em Formatos de dados comuns para treinamento.

• Você pode implantar várias variantes de um modelo no mesmo endpoint SageMaker HTTPS. 
Isso é útil para testar variações de um modelo em produção. Por exemplo, imagine que você 
colocou um modelo em produção. Você deseja testar uma variação do modelo direcionando 
uma pequena quantidade de tráfego, digamos 5%, para o novo modelo. Para fazer isso, 
crie uma configuração de endpoint que descreva as duas variantes do modelo. Especifique 
a ProductionVariant da solicitação na API CreateEndPointConfig. Para ter mais 
informações, consulte ProductionVariant.

• Você pode configurar um ProductionVariant para usar o aplicativo Auto Scaling. Para obter 
mais informações sobre a configuração da escalabilidade automática, consulte Dimensione 
automaticamente os SageMaker modelos da Amazon.

• É possível modificar um endpoint sem parar os modelos que já foram colocados em produção. Por 
exemplo, é possível adicionar novas variantes de modelo, atualizar as configurações de instância 
de cálculo de ML das variantes existentes ou alterar a distribuição de tráfego entre as variantes. 
Para modificar um endpoint, você fornece uma nova configuração de endpoint. SageMaker 
implementa as mudanças sem nenhum tempo de inatividade. Para obter mais informações, 
consulte UpdateEndpoint e UpdateEndpointWeightsAndCapacities.
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• Alterar ou excluir artefatos de modelo ou alterar o código de inferência após a implantação de um 
modelo produz resultados imprevisíveis. Se você precisar alterar ou excluir os artefatos de modelo 
ou alterar o código de inferência, modifique o endpoint fornecendo uma nova configuração de 
endpoint. Assim que você fornecer a nova configuração de endpoint, poderá alterar ou excluir os 
artefatos de modelo correspondentes à configuração de endpoint antiga.

• Se você quiser obter inferências em conjuntos de dados inteiros, considere usar a conversão em 
lote como alternativa aos serviços de hospedagem. Para obter mais informações, consulte Usar 
transformação em lote

Implantar várias instâncias em zonas de disponibilidade

Crie endpoints robustos ao hospedar seu modelo. SageMakeros endpoints podem ajudar a proteger 
seu aplicativo contra interrupções na Zona de Disponibilidade e falhas de instância. Se ocorrer uma 
interrupção ou uma instância falhar, tentará distribuir SageMaker automaticamente suas instâncias 
entre as zonas de disponibilidade. Por esse motivo, recomendamos que você implante várias 
instâncias para cada endpoint de produção.

Se você estiver usando uma nuvem privada virtual (VPC) da Amazon, configure a VPC com pelo 
menos duas Subnets, cada uma em uma zona de disponibilidade diferente. Se ocorrer uma 
interrupção ou uma instância falhar, a Amazon tentará distribuir SageMaker automaticamente suas 
instâncias entre as zonas de disponibilidade.

Em geral, para obter um desempenho mais confiável, use Tipos de instâncias menores em diferentes 
Zonas de disponibilidade para hospedar seus endpoints.

Implemente componentes de inferência para alta disponibilidade. Além da recomendação acima para 
números de instância, para obter 99,95% de disponibilidade, certifique-se de que seus componentes 
de inferência estejam configurados para ter mais de duas cópias. Além disso, em sua política 
gerenciada de auto scaling, defina também o número mínimo de instâncias como duas.

Práticas recomendadas de segurança do monitor

Monitore seu uso do SageMaker que está relacionado às melhores práticas de segurança usando 
o AWSSecurity Hub. O Security Hub usa controles de segurança para avaliar configurações de 
recursos e padrões de segurança que ajudam você a cumprir vários frameworks de conformidade. 
Para obter mais informações sobre o uso do Security Hub para avaliar SageMaker recursos, consulte 
os  SageMaker controles da Amazon no Guia do usuário do AWS Security Hub.
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Inferência em tempo real de baixa latência com AWS PrivateLink

SageMaker A Amazon fornece baixa latência para inferências em tempo real, mantendo alta 
disponibilidade e resiliência usando a implantação Multi-AZ. A latência do aplicativo é composta por 
dois componentes primários: latência de infraestrutura ou sobrecarga e latência de inferência do 
modelo. A redução da latência de sobrecarga abre novas possibilidades, como a implantação de 
modelos mais complexos, profundos e precisos ou a divisão de aplicativos monolíticos em módulos 
de microsserviços escaláveis e de fácil manutenção. Você pode reduzir a latência para inferências 
em tempo real SageMaker usando uma AWS PrivateLink implantação. ComAWS PrivateLink, você 
pode acessar de forma privada todas as operações de SageMaker API da sua Virtual Private Cloud 
(VPC) de forma escalável usando endpoints de VPC de interface. Uma interface VPC endpoint é 
uma interface de rede elástica em sua sub-rede com endereços IP privados que serve como ponto 
de entrada para todas as chamadas de API. SageMaker

Por padrão, um SageMaker endpoint com 2 ou mais instâncias é implantado em pelo menos 2 
zonas de AWS disponibilidade (AZs) e instâncias em qualquer AZ podem processar invocações. 
Isso resulta em um ou mais “saltos” de AZ que contribuem para a latência de sobrecarga. Uma 
implantação AWS PrivateLink com a opção privateDNSEnabled definida como true alivia isso ao 
atingir dois objetivos:

• Ele mantém todo o tráfego de inferência em sua VPC.

• Ele mantém o tráfego de invocação na mesma AZ do cliente que o originou ao usar o Runtime. 
SageMaker Isso evita os "saltos" entre Zonas de Disponibilidade (AZs), reduzindo a latência de 
sobrecarga.

As seções a seguir deste guia demonstram como você pode reduzir a latência para inferências em 
tempo real com AWS PrivateLink a implantação.

Tópicos

• Implantar AWS PrivateLink

• Implantar SageMaker endpoint em uma VPC

• Invocar o SageMaker endpoint

Implantar AWS PrivateLink

Para implantarAWS PrivateLink, primeiro crie um endpoint de interface para a VPC a partir da qual 
você se conecta aos SageMaker endpoints. Siga as etapas em Acessar um AWS serviço usando 
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um endpoint de interface da VPC para criar o endpoint de interface. Ao criar o endpoint, selecione as 
seguintes configurações na interface do console:

• Marque a caixa de seleção Ativar nome DNS em Configurações adicionais

• Selecione os grupos de segurança apropriados e as sub-redes a serem usadas com os 
SageMaker endpoints.

Certifique-se também de que a VPC tenha os nomes de host DNS ativados. Para obter mais 
informações sobre como alterar atributos DNS para sua VPC, consulte Exibir e atualizar atributos 
DNS para sua VPC.

Implantar SageMaker endpoint em uma VPC

Para obter baixa latência de sobrecarga, crie um SageMaker endpoint usando as mesmas sub-redes 
que você especificou durante a implantação. AWS PrivateLink Essas sub-redes devem corresponder 
às AZs do seu aplicativo cliente, conforme mostrado no trecho de código a seguir.

model_name = '<the-name-of-your-model>'

vpc = 'vpc-0123456789abcdef0'
subnet_a = 'subnet-0123456789abcdef0'
subnet_b = 'subnet-0123456789abcdef1'
security_group = 'sg-0123456789abcdef0'

create_model_response = sagemaker_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = sagemaker_role, 
    PrimaryContainer = { 
        'Image': container, 
        'ModelDataUrl': model_url 
    }, 
    VpcConfig = { 
        'SecurityGroupIds': [security_group], 
        'Subnets': [subnet_a, subnet_b], 
    },
) 
         

O trecho de código mencionado acima pressupõe que você tenha seguido as etapas em Antes de 
começar.
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Invocar o SageMaker endpoint

Por fim, especifique o cliente SageMaker Runtime e invoque o SageMaker endpoint conforme 
mostrado no trecho de código a seguir.

endpoint_name = '<endpoint-name>'
  
runtime_client = boto3.client('sagemaker-runtime')
response = runtime_client.invoke_endpoint(EndpointName=endpoint_name,  
                                          ContentType='text/csv',  
                                          Body=payload)              
         

Para obter mais informações sobre a configuração de endpoint, consulte Implemente modelos para 
inferência em tempo real.

Migre a workload de inferência do x86 para o Graviton AWS

AWS Graviton é uma série de processadores baseados em ARM projetados por AWS. Eles são mais 
eficientes em termos de energia do que os processadores baseados em x86 e oferecem uma relação 
custo-desempenho atrativa. A Amazon SageMaker oferece instâncias baseadas em Graviton para 
que você possa aproveitar esses processadores avançados para atender às suas necessidades de 
inferência.

Você pode migrar suas workloads de inferência existentes de instâncias baseadas em x86 para 
instâncias baseadas em Graviton, usando imagens de contêiner compatíveis com ARM ou imagens 
de contêiner multiarquitetura. Este guia pressupõe que você esteja usando imagens de contêiner 
do AWS aprendizado profundo ou suas próprias imagens de contêiner compatíveis com ARM. Para 
obter mais informações sobre como criar suas próprias imagens, consulte Como criar sua imagem.

Em um alto nível, migrar a workload de inferência de instâncias baseadas em x86 para instâncias 
baseadas em Graviton é um processo de quatro etapas:

1. Envie imagens de contêiner para o Amazon Elastic Container Registry (Amazon ECR), um 
registro de contêiner gerenciado pela AWS.

2. Crie um SageMaker modelo.

3. Crie uma configuração de endpoint.

4. Crie um endpoint do .
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As seções a seguir deste guia fornecem mais detalhes sobre as etapas acima. Substitua o texto 
de espaço reservado na política de exemplo por suas próprias informações.

Tópicos

• Envie imagens de contêiner no Amazon ECR

• Crie um SageMaker modelo

• Criar uma configuração de endpoint

• Criar um endpoint

Envie imagens de contêiner no Amazon ECR

Você pode enviar suas imagens de contêiner para o Amazon ECR usando AWS CLI. Ao usar uma 
imagem compatível com ARM, verifique se ela é compatível com a arquitetura ARM:

docker inspect deep-learning-container-uri
    

A resposta "Architecture": "arm64" indica que a imagem é compatível com a arquitetura 
ARM. Você pode enviá-lo para o Amazon ECR com o comando docker push. Para obter mais 
informações, consulte Enviando uma imagem do Docker.

As imagens de contêiner de várias arquiteturas são basicamente um conjunto de imagens de 
contêiner que oferecem suporte a diferentes arquiteturas ou sistemas operacionais, aos quais você 
pode se referir por um nome de manifesto comum. Se você estiver usando imagens de contêiner 
multiarquitetura, além de enviar as imagens para o Amazon ECR, você também terá que enviar uma 
lista de manifesto para o Amazon ECR. Uma lista de manifestos permite a inclusão aninhada de 
outros manifestos de imagem, em que cada imagem incluída é especificada por arquitetura, sistema 
operacional e outros atributos da plataforma. O exemplo a seguir cria uma lista de manifestos e a 
envia para o Amazon ECR.

1. Crie uma lista de manifesto.

docker manifest create aws-account-id.dkr.ecr.aws-region.amazonaws.com/my-
repository \ 
   aws-account-id.dkr.ecr.aws-account-id.amazonaws.com/my-repository:amd64 \
 aws-account-id.dkr.ecr.aws-account-id.amazonaws.com/my-repository:arm64 \ 
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2. Anote a lista de manifesto para que ela identifique corretamente qual imagem é para qual 
arquitetura.

docker manifest annotate --arch arm64 aws-account-id.dkr.ecr.aws-
region.amazonaws.com/my-repository \ 
   aws-account-id.dkr.ecr.aws-region.amazonaws.com/my-repository:arm64
        

3. Envie o manifesto.

docker manifest push aws-account-id.dkr.ecr.aws-region.amazonaws.com/my-repository
        

Para obter mais informações sobre a criação e o envio de listas de manifesto para o Amazon ECR, 
consulte Introdução a imagens de contêiner multiarquitetura para o Amazon ECR e Enviando uma 
imagem multiarquitetura.

Crie um SageMaker modelo

Crie um SageMaker modelo chamando a CreateModelAPI.

import boto3
from sagemaker import get_execution_role

aws_region = "aws-region"
sagemaker_client = boto3.client("sagemaker", region_name=aws_region)

role = get_execution_role()

sagemaker_client.create_model( 
    ModelName = "model-name", 
    PrimaryContainer = { 
        "Image": "deep-learning-container-uri", 
        "ModelDataUrl": "model-s3-location", 
        "Environment": { 
            "SAGEMAKER_PROGRAM": "inference.py", 
            "SAGEMAKER_SUBMIT_DIRECTORY": "inference-script-s3-location", 
            "SAGEMAKER_CONTAINER_LOG_LEVEL": "20", 
            "SAGEMAKER_REGION": aws_region, 
        } 
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    }, 
    ExecutionRoleArn = role
) 
         

Criar uma configuração de endpoint

Crie uma configuração de endpoint chamando a API CreateEndpointConfig. Para ver uma lista 
de instâncias baseadas em Graviton, consulte Instâncias otimizadas para computação.

sagemaker_client.create_endpoint_config( 
    EndpointConfigName = "endpoint-config-name", 
    ProductionVariants = [ 
        { 
            "VariantName": "variant-name", 
            "ModelName": "model-name", 
            "InitialInstanceCount": 1, 
            "InstanceType": "ml.c7g.xlarge", # Graviton-based instance 
       } 
    ]
) 
         

Criar um endpoint

Crie uma configuração de endpoint chamando a API CreateEndpoint.

sagemaker_client.create_endpoint( 
    EndpointName = "endpoint-name", 
    EndpointConfigName = "endpoint-config-name"
) 
         

Solucione problemas de implantações de SageMaker modelos da Amazon

Se você encontrar algum problema ao implantar modelos de aprendizado de máquina na Amazon 
SageMaker, consulte as orientações a seguir.

Tópicos

• Erros de detecção na contagem de CPUs ativas
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• Problemas com a implantação de um arquivo model.tar.gz

• O contêiner primário não passou nas verificações de integridade do ping

Erros de detecção na contagem de CPUs ativas

Se você implantar um SageMaker modelo com uma máquina virtual Linux Java (JVM), poderá 
encontrar erros de detecção que impedem o uso dos recursos de CPU disponíveis. Esse problema 
afeta algumas JVMs compatíveis com Java 8 e Java 9, e a maioria das compatíveis com Java 10 
e Java 11. Essas JVMs implementam um mecanismo que detecta e lida com a contagem de CPUs 
e a memória máxima disponível ao executar um modelo em um contêiner do Docker e, em geral, 
em comandos taskset do Linux ou grupos de controle (cgroups). As implantações do SageMaker 
aproveitam algumas das configurações que a JVM usa para gerenciar esses recursos. Atualmente, 
isso faz com que o contêiner detecte incorretamente o número de CPUs disponíveis.

SageMaker não limita o acesso às CPUs em uma instância. No entanto, a JVM pode detectar a 
contagem de CPUs como 1 quando mais CPUs estão disponíveis para o contêiner. Como resultado, 
a JVM ajusta todas as suas configurações internas para executar como se apenas 1 núcleo de 
CPU estivesse disponível. Essas configurações afetam a coleta de lixo, os bloqueios, os threads do 
compilador e outros recursos internos da JVM que afetam negativamente a simultaneidade, a taxa de 
transferência e a latência do contêiner.

Para obter um exemplo de detecção incorreta, em um contêiner configurado para SageMaker 
ser implantado com uma JVM baseada em Java8_191 e que tenha quatro CPUs disponíveis na 
instância, execute o seguinte comando para iniciar sua JVM:

java -XX:+UnlockDiagnosticVMOptions -XX:+PrintActiveCpus -version

Isso gera a saída a seguir:

active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: determined by OSContainer: 1
openjdk version "1.8.0_191"
OpenJDK Runtime Environment (build 1.8.0_191-8u191-b12-2ubuntu0.16.04.1-b12)
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OpenJDK 64-Bit Server VM (build 25.191-b12, mixed mode)

Muitas das JVMs afetadas por esse problema têm uma opção para desabilitar esse comportamento 
e restabelecer acesso total a todas as CPUs na instância. Desabilite o comportamento indesejado 
e estabeleça o acesso total a todas as CPUs da instância incluindo o parâmetro -XX:-
UseContainerSupport ao iniciar aplicativos Java. Por exemplo, execute o comando java para 
iniciar a JVM da seguinte forma:

java -XX:-UseContainerSupport -XX:+UnlockDiagnosticVMOptions -XX:+PrintActiveCpus -
version

Isso gera a saída a seguir:

active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
active_processor_count: sched_getaffinity processor count: 4
openjdk version "1.8.0_191"
OpenJDK Runtime Environment (build 1.8.0_191-8u191-b12-2ubuntu0.16.04.1-b12)
OpenJDK 64-Bit Server VM (build 25.191-b12, mixed mode)

Verifique se a JVM usada em seu contêiner é compatível com o parâmetro -XX:-
UseContainerSupport. Se for compatível, sempre passe o parâmetro ao iniciar a JVM. Isso 
fornece acesso a todas as CPUs em suas instâncias.

Você também pode encontrar esse problema ao usar indiretamente uma JVM em contêineres. 
SageMaker Por exemplo, ao usar uma JVM para oferecer suporte ao SparkML Scala. 
O parâmetro -XX:-UseContainerSupport também afeta a saída retornada pela API
Runtime.getRuntime().availableProcessors() do Java.

Problemas com a implantação de um arquivo model.tar.gz

Quando você implanta um modelo usando um arquivo model.tar.gz, o tarball do modelo não deve 
incluir nenhum link simbólico. Os links simbólicos fazem com que a criação do modelo falhe. Além 
disso, recomendamos que você não inclua arquivos desnecessários no pacote.

O contêiner primário não passou nas verificações de integridade do ping

Se seu contêiner primário falhar nas verificações de integridade do ping com a seguinte mensagem 
de erro, isso indica que há um problema com seu contêiner ou script:
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The primary container for production variant beta did not pass the ping health check. 
 Please check CloudWatch Logs logs for this endpoint.

Para solucionar esse problema, você deve verificar os CloudWatch registros de registros do endpoint 
em questão para ver se há algum erro ou problema que esteja impedindo o contêiner de responder a 
ou. /ping /invocations Os logs podem fornecer uma mensagem de erro que pode apontar para 
o problema. Depois de identificar o erro e o motivo da falha, você deve resolvê-lo.

Também é uma boa prática testar a implantação do modelo localmente antes de criar um endpoint.

• Use o modo local no SageMaker SDK para imitar o ambiente hospedado implantando o modelo 
em um endpoint local. Para obter mais informações, consulte Modo local.

• Use os comandos vanilla docker para testar se o contêiner responde a /ping e /invocations. Para 
obter mais informações, consulte local_test.

Práticas recomendadas de otimização de custos de inferência

O conteúdo a seguir fornece técnicas e considerações para otimizar o custo dos endpoints. Você 
pode usar essas recomendações para otimizar o custo de endpoints novos e existentes.

Práticas recomendadas

Para otimizar seus custos de SageMaker inferência, siga estas melhores práticas.

Escolha a melhor opção de inferência para o trabalho.

SageMaker oferece 4 opções de inferência diferentes para fornecer a melhor opção de inferência 
para o trabalho. Você pode economizar em custos escolhendo a opção de inferência que melhor se 
adequa à sua workload.

• Use inferência em tempo real para workloads de baixa latência com padrões de tráfego previsíveis 
que precisam ter características de latência consistentes e estar sempre disponíveis. Você paga 
pelo uso da instância.

• Use inferência sem servidor para workloads síncronas que têm um padrão de tráfego intenso e 
podem aceitar variações na latência p99. A inferência sem servidor é escalada automaticamente 
para atender ao seu tráfego de workload, para que você não pague por nenhum recurso ocioso. 
Você paga apenas pela duração da solicitação de inferência. O mesmo modelo e contêineres 
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podem ser usados com inferência em tempo real e sem servidor, para que você possa alternar 
entre esses dois modos se suas necessidades mudarem.

• Use inferência assíncrona para workloads assíncronas que processam até 1 GB de dados (como 
corpus de texto, imagem, vídeo e áudio) que são insensíveis à latência e aos custos. Com a 
inferência assíncrona, você pode controlar os custos especificando um número fixo de instâncias 
para a taxa de processamento ideal, em vez de provisionar para o pico. Você também pode reduzir 
para zero para economizar custos adicionais.

• Use a inferência em lote para workloads para as quais você precisa de inferência para um grande 
conjunto de dados para processos que acontecem offline (ou seja, você não precisa de um 
endpoint persistente). Você paga pela instância pela duração do trabalho de inferência em lote.

Opte por um SageMaker Savings Plan.

• Se você tiver um nível de uso consistente em todos os SageMaker serviços, poderá optar por um 
SageMaker Savings Plan para ajudar a reduzir seus custos em até 64%.

• Os Amazon SageMaker Savings Plans fornecem um modelo de preços flexível para a Amazon 
SageMaker, em troca do compromisso com uma quantidade consistente de uso (medida em USD/
hora) por um período de um ou três anos. Esses planos se aplicam automaticamente aos usos de 
instâncias de SageMaker ML elegíveis, incluindo SageMaker Studio Classic Notebook, SageMaker 
On-Demand Notebook, SageMaker Processing, SageMaker Data Wrangler, SageMaker Training, 
SageMaker Real-Time Inference e SageMaker Batch Transform, independentemente da família, 
tamanho ou região da instância. Por exemplo, você pode alterar o uso de uma instância de CPU 
ml.c5.xlarge em execução no Leste dos EUA (Ohio) para uma instância ML.inf1 no Oeste dos EUA 
(Oregon) para workloads de inferência a qualquer momento e continuar pagando automaticamente 
o preço do Savings Plans.

Otimize seu modelo para executar melhor.

• Modelos não otimizados podem levar a tempos de execução mais longos e usar mais recursos. 
Você pode optar por usar mais ou maiores instâncias para melhorar o desempenho; no entanto, 
isso leva a custos mais altos.

• Ao otimizar seus modelos para melhorar o desempenho, você poderá reduzir os custos 
usando instâncias menores ou menores, mantendo as mesmas ou melhores características de 
desempenho. Você pode usar SageMaker o Neo com SageMaker Inference para otimizar modelos 
automaticamente. Para obter mais detalhes e exemplos, consulte Otimize o desempenho do 
modelo usando o Neo.
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Use o tipo e o tamanho de instância mais adequados para inferência em tempo real.

• SageMaker A inferência tem mais de 70 tipos e tamanhos de instância que podem ser usados 
para implantar modelos de ML, incluindo chipsets AWS Inferentia e Graviton, otimizados para ML. 
Escolher a instância certa para seu modelo ajuda a garantir que você tenha a instância de melhor 
desempenho com o menor custo para seus modelos.

• Ao usar o Recomendador de inferência, você pode comparar rapidamente diferentes instâncias 
para entender o desempenho do modelo e os custos. Com esses resultados, você pode escolher a 
instância a ser implantada com o melhor retorno sobre o investimento.

Melhore a eficiência e os custos combinando vários endpoints em um único endpoint para inferência 
em tempo real.

• Os custos podem aumentar rapidamente quando você implanta vários endpoints, especialmente 
se os endpoints não utilizarem totalmente as instâncias subjacentes. Para entender se a instância 
está subutilizada, verifique as métricas de utilização (CPU, GPU etc.) na Amazon para suas 
instâncias. CloudWatch Se você tiver mais de um desses endpoints, poderá combinar os modelos 
ou contêineres nesses vários endpoints em um único endpoint.

• Usando endpoints de vários modelos (MME) ou terminais de vários contêineres (MCE), você 
pode implantar vários modelos ou contêineres de ML em um único endpoint para compartilhar 
a instância em vários modelos ou contêineres e melhorar seu retorno sobre o investimento. 
Para saber mais, consulte Economize nos custos de inferência usando endpoints SageMaker 
multimodelo da Amazon ou implante vários contêineres de serviço em uma única instância usando 
endpoints de vários contêineres da Amazon no SageMaker blog do Machine Learning. AWS

Configure a autoescalabilidade para atender aos requisitos de workload para inferência assíncrona e 
em tempo real.

• Sem a autoescalabilidade, você precisa provisionar para picos de tráfego ou para a 
indisponibilidade do modelo de risco. A menos que o tráfego para seu modelo seja estável ao 
longo do dia, haverá excesso de capacidade não utilizada. Isso leva à baixa utilização e ao 
desperdício de recursos.

• O escalonamento automático é um out-of-the-box recurso que monitora suas cargas de trabalho 
e ajusta dinamicamente a capacidade de manter um desempenho estável e previsível com o 
menor custo possível. Quando a workload aumenta, a escalabilidade automática disponibiliza 
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mais instâncias online. Quando a workload diminui, a autoescalabilidade remove instâncias 
desnecessárias, ajudando você a reduzir seu custo de computação. Para saber mais, consulte
Configuração de endpoints de inferência de escalonamento automático na Amazon no blog do 
SageMaker Machine Learning. AWS

Práticas recomendadas para minimizar as interrupções durante as 
atualizações do driver da GPU

SageMaker O Model Deployment atualiza os drivers de GPU nas instâncias de ML para opções de 
inferência em tempo real, em lote e assíncrona ao longo do tempo para fornecer aos clientes acesso 
às melhorias dos fornecedores de drivers. Abaixo, você pode ver a versão da GPU compatível com 
cada opção de inferência. Diferentes versões de driver podem alterar a forma como seu modelo 
interage com as GPUs. Abaixo estão algumas estratégias para ajudar você a entender como seu 
aplicativo funciona com diferentes versões de drivers.

Versões atuais e famílias de instâncias compatíveis

O Amazon SageMaker Inference oferece suporte aos seguintes drivers e famílias de instâncias:

Serviço GPU Versão do driver Tipos de instância

470.57.02 ml.p2.*, ml.p3.*, 
ml.p4d.*, ml.p4de.*, 
ml.g4dn.*, ml.g5.*

Tempo real NVIDIA

535.54.03 ml.p5.*

Lote NVIDIA 470.57.02 ml.p2.*, ml.p3.*, 
ml.p4d.*, ml.p4de.*, 
ml.g4dn.*, ml.g5*

470.57.02 ml.p2.*, ml.p3.*, 
ml.p4d.*, ml.p4de.*, 
ml.g4dn.*, ml.g5*

Inferência assíncrona NVIDIA

535.54.03 ml.p5.*
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Solucione problemas em seu contêiner de modelo com recursos de GPU

Se você encontrar algum problema ao executar sua workload da GPU, consulte as orientações a 
seguir:

Falha na detecção da placa GPU ou erro de inicialização da NVIDIA

Execute o comando nvidia-smi (NVIDIA System Management Interface) de dentro do contêiner do 
Docker. Se a interface de gerenciamento do sistema NVIDIA detectar um erro de detecção de GPU 
ou erro de inicialização da NVIDIA, ela retornará a seguinte mensagem de erro:

Failed to initialize NVML: Driver/library version mismatch

Com base no seu caso de uso, siga estas práticas recomendadas para resolver a falha ou o erro:

• Siga a recomendação de práticas recomendadas descrita no Se você trouxer seus próprios 
contêineres modelo (BYO) menu suspenso.

• Siga a recomendação de práticas recomendadas descrita no Se você usar uma camada de 
compatibilidade CUDA menu suspenso.

Consulte a página da interface de gerenciamento do sistema NVIDIA no site da NVIDIA para obter 
mais informações.

CannotStartContainerError

Se sua instância de GPU usa versões do driver NVIDIA que não são compatíveis com a versão 
CUDA no contêiner do Docker, a implantação de um endpoint falhará com a seguinte mensagem de 
erro:

 Failure reason CannotStartContainerError. Please ensure the model container for 
 variant <variant_name> starts correctly when invoked with 'docker run <image> serve'

Com base no seu caso de uso, siga estas práticas recomendadas para resolver a falha ou o erro:

• Siga a recomendação de práticas recomendadas descrita no O driver do qual meu contêiner 
depende é maior que a versão nas instâncias de GPU de ML menu suspenso.

• Siga a recomendação de práticas recomendadas descrita no Se você usar uma camada de 
compatibilidade CUDA menu suspenso.
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Práticas recomendadas para trabalhar com versões de driver incompatíveis

Veja a seguir informações sobre como atualizar o driver da GPU:

O driver do qual meu contêiner depende é inferior à versão na instância da GPU ML

Nenhuma ação é necessária. A NVIDIA oferece compatibilidade com versões anteriores.

O driver do qual meu contêiner depende é maior que a versão nas instâncias de GPU de ML

Se for uma pequena diferença de versão, nenhuma ação será necessária. A NVIDIA oferece 
compatibilidade futura de versões secundárias.

Se houver uma grande diferença de versão, o pacote de compatibilidade CUDA precisará ser 
instalado. Consulte o Pacote de compatibilidade CUDA na documentação da NVIDIA.

Important

O Pacote de compatibilidade CUDA não é compatível com versões anteriores, por isso 
precisa ser desabilitado se a versão do driver na instância for superior à versão do pacote de 
compatibilidade CUDA.

Se você trouxer seus próprios contêineres modelo (BYO)

Certifique-se de que nenhum pacote de driver NVIDIA esteja incluído na imagem, o que pode causar 
conflito com a versão do driver NVIDIA no host.

Se você usar uma camada de compatibilidade CUDA

Para verificar se a versão do driver Nvidia da plataforma é compatível com a versão do Pacote de 
compatibilidade CUDA instalada no contêiner do modelo, consulte a documentação do CUDA. Se a 
versão do driver Nvidia da plataforma não suportar a versão do Pacote de compatibilidade CUDA, 
você poderá desativar ou remover esse pacote da imagem do contêiner do modelo. Se a versão das 
bibliotecas de compatibilidade CUDA for compatível com a versão mais recente do driver da Nvidia, 
sugerimos que você ative o Pacote de compatibilidade CUDA com base na versão detectada do 
driver Nvidia para compatibilidade futura adicionando o trecho de código abaixo ao script shell de 
inicialização do contêiner (no script). ENTRYPOINT

O script demonstra como alternar dinamicamente o uso do Pacote de compatibilidade CUDA com 
base na versão detectada do driver Nvidia no host implantado para o contêiner do seu modelo. 
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Ao SageMaker lançar uma versão mais recente do driver Nvidia, o CUDA Compatibility Package 
instalado pode ser desligado automaticamente se o aplicativo CUDA for suportado nativamente no 
novo driver.

#!/bin/bash 
  
verlte() { 
    [ "$1" = "$2" ] && return 1 || [ "$2" = "`echo -e "$1\n$2" | sort -V | head -n1`" ]
} 
  
if [ -f /usr/local/cuda/compat/libcuda.so.1 ]; then 
    cat /usr/local/cuda/version.txt 
    CUDA_COMPAT_MAX_DRIVER_VERSION=$(readlink /usr/local/cuda/compat/libcuda.so.1 |cut 
 -d'.' -f 3-) 
    echo "CUDA compat package requires Nvidia driver #
${CUDA_COMPAT_MAX_DRIVER_VERSION}" 
    NVIDIA_DRIVER_VERSION=$(sed -n 's/^NVRM.*Kernel Module *\([0-9.]*\).*$/\1/p' /proc/
driver/nvidia/version 2>/dev/null || true) 
    echo "Current installed Nvidia driver version is ${NVIDIA_DRIVER_VERSION}" 
    if [ $(verlte $CUDA_COMPAT_MAX_DRIVER_VERSION $NVIDIA_DRIVER_VERSION) ]; then 
        echo "Setup CUDA compatibility libs path to LD_LIBRARY_PATH" 
        export LD_LIBRARY_PATH=/usr/local/cuda/compat:$LD_LIBRARY_PATH 
        echo $LD_LIBRARY_PATH 
    else 
        echo "Skip CUDA compat libs setup as newer Nvidia driver is installed" 
    fi
else 
    echo "Skip CUDA compat libs setup as package not found"
fi

Melhores práticas para segurança e saúde de terminais com a Amazon 
SageMaker

Para resolver os problemas de segurança mais recentes, a Amazon SageMaker corrige 
automaticamente os endpoints para o software mais recente e seguro. No entanto, se você modificar 
incorretamente suas dependências de endpoints, a Amazon não SageMaker poderá corrigir 
automaticamente seus endpoints nem substituir suas instâncias não íntegras. Para garantir que seus 
endpoints permaneçam qualificados para atualizações automáticas, aplique as seguintes práticas 
recomendadas.

Práticas recomendadas para segurança de endpoints 4848
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Não exclua recursos enquanto seus endpoints os utilizam

Evite excluir qualquer um dos seguintes recursos se você tiver endpoints existentes que os utilizam:

• A definição do modelo que você cria com a CreateModelação na SageMaker API da Amazon.

• Qualquer artefato de modelo que você especificar para o parâmetro ModelDataUrl.

• A função e as permissões do IAM que você especifica para o parâmetro ExecutionRoleArn.

Lembre-se:

Na definição do modelo que seu endpoint usa, certifique-se de que a função do IAM 
especificada tenha as permissões corretas. Para obter mais informações sobre as 
permissões necessárias para SageMaker endpoints da Amazon, consulteCreateModel API: 
Permissões da função de execução.

• As imagens de inferência que você especifica para o parâmetro Image, se você usar seu próprio 
código de inferência.

Lembre-se:

Se você usar o recurso de registro privado, certifique-se de que a Amazon SageMaker 
possa acessar o registro privado, desde que você esteja usando o endpoint.

• As sub-redes e grupos de segurança do Amazon VPC que você especifica para o parâmetro
VpcConfig.

• A configuração do endpoint que você cria com a CreateEndpointConfigação na SageMaker API da 
Amazon.

• Qualquer chave KMS ou buckets do Amazon S3 que você especificar na configuração de endpoint.

Lembre-se:

Certifique-se de não desativar essas chaves do KMS.

Siga estes procedimentos para atualizar seus endpoints

Ao atualizar seus SageMaker endpoints da Amazon, use qualquer um dos procedimentos a seguir 
que se aplicam às suas necessidades.
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Para atualizar suas configurações de definição de modelo

1. Crie uma nova definição de modelo com suas configurações atualizadas usando a CreateModel 
ação na SageMaker API da Amazon.

2. Crie uma nova configuração de endpoint que use a nova definição do modelo. Para fazer isso, 
use a CreateEndpointConfig ação na SageMaker API da Amazon.

3. Atualize seu endpoint com a nova configuração de endpoint para que suas configurações de 
definição de modelo atualizadas entrem em vigor.

4. (Opcional) Exclua a configuração de endpoint antigo se você não a estiver usando com nenhum 
outro endpoint. Você também pode excluir os recursos especificados na definição do modelo se 
não os estiver usando com nenhum outro endpoint. Esses recursos incluem artefatos de modelo 
no Amazon S3 e imagens de inferência.

Para atualizar a configuração de endpoint

1. Crie uma nova configuração de endpoint com suas configurações atualizadas.

2. Atualize seu endpoint com a nova configuração para que suas atualizações entrem em vigor.

3. (Opcional) Exclua a configuração de endpoint antigo se você não a estiver usando com nenhum 
outro endpoint. Você também pode excluir os recursos especificados na definição do modelo se 
não os estiver usando com nenhum outro endpoint. Esses recursos incluem artefatos de modelo 
no Amazon S3 e imagens de inferência.

Sempre que criar uma nova definição de modelo ou configuração de endpoint, recomendamos o uso 
de um nome exclusivo. Se você quiser atualizar esses recursos e manter seus nomes originais, use 
os procedimentos a seguir.

Para atualizar as configurações do modelo e manter o nome do modelo original

1. Exclua a definição do modelo existente. Nesse ponto, qualquer endpoint que usa o modelo está 
quebrado, mas você corrige isso nas etapas a seguir.

2. Crie a definição do modelo novamente com suas configurações atualizadas e use o mesmo 
nome do modelo.

3. Crie uma nova configuração de endpoint que use a definição atualizada do modelo.

4. Atualize seu endpoint com a nova configuração de endpoint para que suas atualizações entrem 
em vigor.

Práticas recomendadas para segurança de endpoints 4850
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Para atualizar a configuração do endpoint e manter o nome da configuração original

1. Exclua a configuração existente do endpoint.

2. Crie uma nova configuração de endpoint com suas configurações atualizadas e use o nome 
original.

3. Atualize seu endpoint com a nova configuração para que suas atualizações entrem em vigor.

Recursos compatíveis

O Amazon SageMaker oferece as quatro opções a seguir para implantar modelos para inferência.

• Inferência em tempo real para workloads de inferência com requisitos em tempo real, interativos e 
de baixa latência.

• Transformação em lote para inferência offline com grandes conjuntos de dados.

• Inferência assíncrona para inferência quase em tempo real com entradas grandes que exigem 
tempos de pré-processamento mais longos.

• Inferência sem servidor para cargas de trabalho de inferência que têm períodos de inatividade 
entre picos de tráfego.

A tabela a seguir resume os principais atributos da plataforma que são compatíveis com cada opção 
de inferência. Ele não mostra atributos que podem ser fornecidos por estruturas, contêineres Docker 
personalizados ou por meio do encadeamento de diferentes serviços da AWS>

Atributo Inferência em 
tempo real

Transform 
ação em lote

Inferência 
assíncrona

Inferência 
sem servidor

Contêineres 
de docker

Suporte de 
escalonam 
ento 
automático

✓ N/D ✓ ✓ N/D

Suporte para 
GPU

✓ 1 ✓ 1 ✓ 1   1P, pré-const 
ruído, BYOC

Modelo único ✓ ✓ ✓ ✓ N/D

Recursos compatíveis 4851
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Atributo Inferência em 
tempo real

Transform 
ação em lote

Inferência 
assíncrona

Inferência 
sem servidor

Contêineres 
de docker

Endpoints 
de vários 
modelos

✓       k-NN, 
XGBoost, 
Linear 
Learner, 
RCF, 
TensorFlo 
w, Apache 
MXNet, 
PyTorch, 
scikit-learn 2

Endpoint 
com vários 
contêineres

✓       1P, pré-
construído, 
Estender pré-
construído, 
BYOC

Pipeline de 
inferência 
serial

✓ ✓     1P, pré-
construído, 
Estender pré-
construído, 
BYOC

Inference 
Recommend 
er

✓       1P, pré-
construído, 
Estender pré-
construído, 
BYOC

Suporte ao 
link privado

✓ ✓ ✓   N/D

Recursos compatíveis 4852
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Atributo Inferência em 
tempo real

Transform 
ação em lote

Inferência 
assíncrona

Inferência 
sem servidor

Contêineres 
de docker

Suporte 
para captura 
de dados/
monitor de 
modelos

✓ ✓     N/D

DLCs 
compatíveis

1P, pré-
construído, 
Estender pré-
construído, 
BYOC

1P, pré-
construído, 
Estender pré-
construído, 
BYOC

1P, pré-
construído, 
Estender pré-
construído, 
BYOC

1P, pré-
construído, 
Estender pré-
construído, 
BYOC

N/D

Protocolos 
compatíveis

HTTP(S) HTTP(S) HTTP(S) HTTP(S) N/D

Tamanho da 
carga útil

< 6 MB ≤ 100 MB ≤ 1 GB ≤ 4 MB  

Codificação 
HTTP em 
partes

Depende 
da estrutura 
, 1P não 
suportado

N/D Depende 
da estrutura 
, 1P não 
suportado

Depende 
da estrutura 
, 1P não 
suportado

N/D

Tempo limite 
da solicitação

< 60 
segundos

Dias < 1 hora < 60 
segundos

N/D

Barreiras de 
proteção de 
implantação: 
implantações 
azuis/verdes

✓ N/D ✓   N/D
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Atributo Inferência em 
tempo real

Transform 
ação em lote

Inferência 
assíncrona

Inferência 
sem servidor

Contêineres 
de docker

Barreiras de 
proteção de 
implantação: 
implantações 
contínuas

✓ N/D ✓   N/D

Testes de 
validação por 
comparação

✓       N/D

Escalabil 
idade para 
zero

  N/D ✓ ✓ N/D

Suporte para 
pacotes de 
modelos do 
Market Place

✓ ✓     N/D

Suporte 
para nuvens 
privadas 
virtuais

✓ ✓ ✓   N/D

Suporte a 
múltiplas 
variantes de 
produção

✓       N/D

Isolamento 
de rede

✓   ✓   N/D

Recursos compatíveis 4854
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Atributo Inferência em 
tempo real

Transform 
ação em lote

Inferência 
assíncrona

Inferência 
sem servidor

Contêineres 
de docker

Modele o 
suporte de 
atendimento 
paralelo

✓ 3 ✓ ✓ 3   ✓ 3

Criptografia 
de volumes

✓ ✓ ✓ ✓ N/D

Cliente AWS 
KMS

✓ ✓ ✓ ✓ N/D

Instâncias 
compatíveis

✓ ✓ ✓   N/D

suporte inf1 ✓       ✓

Com o SageMaker, você pode implantar um único modelo ou vários modelos por trás de um único 
endpoint de inferência para inferência em tempo real. A tabela a seguir resume os principais atributos 
suportados por várias opções de hospedagem que vêm com inferência em tempo real.

Atributo Endpoints de 
modelo único

Endpoints de 
vários modelos

Pipeline de 
inferência serial

Endpoint com 
vários contêiner 
es

Suporte de 
escalonamento 
automático

✓ ✓ ✓ ✓

Suporte para 
GPU

✓ 1 ✓ ✓  

Modelo único ✓ ✓ ✓ ✓

Endpoints de 
vários modelos

  ✓ ✓ N/D

Recursos compatíveis 4855
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Atributo Endpoints de 
modelo único

Endpoints de 
vários modelos

Pipeline de 
inferência serial

Endpoint com 
vários contêiner 
es

Endpoint com 
vários contêiner 
es

✓     N/D

Pipeline de 
inferência serial

✓ ✓ N/D  

Inference 
Recommender

✓      

Suporte ao link 
privado

✓ ✓ ✓ ✓

Suporte para 
captura de 
dados/monitor 
de modelos

✓ N/D N/D N/D

DLCs compatíve 
is

1P, pré-const 
ruído, Estender 
pré-construído, 
BYOC

k-NN, XGBoost, 
Linear Learner, 
RCF, TensorFlo 
w, Apache 
MXNet, PyTorch, 
scikit-learn 2

1P, pré-const 
ruído, Estender 
pré-construído, 
BYOC

1P, pré-const 
ruído, Estender 
pré-construído, 
BYOC

Protocolos 
compatíveis

HTTP(S) HTTP(S) HTTP(S) HTTP(S)

Tamanho da 
carga útil

< 6 MB < 6 MB < 6 MB < 6 MB

Tempo limite da 
solicitação

< 60 segundos < 60 segundos < 60 segundos < 60 segundos
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Atributo Endpoints de 
modelo único

Endpoints de 
vários modelos

Pipeline de 
inferência serial

Endpoint com 
vários contêiner 
es

Barreiras de 
proteção de 
implantação: 
implantações 
azuis/verdes

✓ ✓ ✓ ✓

Barreiras de 
proteção de 
implantação: 
implantações 
contínuas

✓ ✓ ✓ ✓

Testes de 
validação por 
comparação

✓      

Suporte para 
pacotes de 
modelos do 
Market Place

✓      

Suporte para 
nuvens privadas 
virtuais

✓ ✓ ✓ ✓

Suporte a 
múltiplas 
variantes de 
produção

✓   ✓ ✓

Isolamento de 
rede

✓ ✓ ✓ ✓

Recursos compatíveis 4857
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Atributo Endpoints de 
modelo único

Endpoints de 
vários modelos

Pipeline de 
inferência serial

Endpoint com 
vários contêiner 
es

Modele o 
suporte de 
atendimento 
paralelo

✓ 3   ✓ 3  

Criptografia de 
volumes

✓ ✓ ✓ ✓

Cliente AWS 
KMS

✓ ✓ ✓ ✓

Instâncias 
compatíveis

✓ ✓ ✓ ✓

suporte inf1 ✓      

1 A disponibilidade dos tipos de instância do Amazon EC2 depende da região da AWS. Para ver a 
disponibilidade de instâncias específicas para AWS, consulte os preços do Amazon SageMaker.

2 Para usar qualquer outra estrutura de trabalho ou algoritmo, use o toolkit de inferência do 
SageMaker para criar um contêiner que ofereça suporte a endpoints de vários modelos.

3 Com o SageMaker, você pode implantar modelos grandes (até 500 GB) para inferência. Você 
pode configurar a verificação de integridade do contêiner e as cotas de tempo limite de download, 
de até 60 minutos. Isso permitirá que você tenha mais tempo para baixar e carregar seu modelo e 
os recursos associados. Para obter mais informações, consulte SageMaker parâmetros de endpoint 
para inferência de modelos grandes. Você pode usar contêineres de inferência de modelos grandes 
compatíveis com o SageMaker. Você também pode usar bibliotecas de paralelização de modelos de 
terceiros, como Triton, com FasterTransformer e DeepSpeed. Você precisa garantir que eles sejam 
compatíveis com o SageMaker.
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Recursos

Use os seguintes recursos para solução de problemas e referências, respostas, perguntas 
frequentes e para aprender mais sobre o Amazon SageMaker.

Tópicos

• Blogs, exemplos de cadernos e recursos adicionais

• Solução de problemas e referência

• Perguntas frequentes sobre hospedagem de modelos

Blogs, exemplos de cadernos e recursos adicionais

As seções a seguir contêm exemplos e recursos adicionais para você aprender mais sobre o 
Amazon SageMaker.

Blogs e estudos de caso

Consulte a tabela a seguir para ver listas de blogs e estudos de caso sobre vários atributos do 
SageMaker Inference. Você pode usar os blogs para ajudá-lo a criar soluções que funcionam para o 
seu caso de uso.

Atributo Recursos

Inferência em tempo real • Conceitos básicos sobre a implantação 
de modelos em tempo real no Amazon 
SageMaker

• Implante o BLOOM-176B e o OPT-30B no 
Amazon SageMaker com Contêineres de 
aprendizado profundo para inferência de 
modelos grandes e DeepSpeed

• Criação de uma API REST baseada 
em machine learning com modelos de 
mapeamento do Amazon API Gateway e 
Amazon SageMaker
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Atributo Recursos

Autoescalabilidade • Configuração de endpoints de inferência 
de escalonamento automático no Amazon 
SageMaker

Inferência sem servidor • Inferência sem servidor do Amazon 
SageMaker: inferência de Machine Learning 
sem se preocupar com servidores

• Hospede modelos de transformadores 
Hugging Face usando a Inferência sem 
servidor do Amazon SageMaker

• Apresentando o kit de ferramentas de 
benchmarking de inferência sem servidor do 
Amazon SageMaker

Inferência assíncrona • Execute inferência de visão computacional 
em vídeos grandes com endpoints assíncron 
os do Amazon SageMaker

• Crie uma solução de manutenção preditiva 
com o Amazon Kinesis, AWS Glue e o 
Amazon SageMaker

• Melhore pesquisas de alto valor com os 
endpoints de inferência assíncrona dos 
endpoints do Hugging Face e do Amazon 
SageMaker

Transformação em lote • Associando resultados de predição a dados 
de entrada usando o Amazon SageMaker 
Batch Transform
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https://aws.amazon.com/blogs/machine-learning/configuring-autoscaling-inference-endpoints-in-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/configuring-autoscaling-inference-endpoints-in-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/configuring-autoscaling-inference-endpoints-in-amazon-sagemaker/
https://aws.amazon.com/blogs/aws/amazon-sagemaker-serverless-inference-machine-learning-inference-without-worrying-about-servers/
https://aws.amazon.com/blogs/aws/amazon-sagemaker-serverless-inference-machine-learning-inference-without-worrying-about-servers/
https://aws.amazon.com/blogs/aws/amazon-sagemaker-serverless-inference-machine-learning-inference-without-worrying-about-servers/
https://aws.amazon.com/blogs/machine-learning/host-hugging-face-transformer-models-using-amazon-sagemaker-serverless-inference/
https://aws.amazon.com/blogs/machine-learning/host-hugging-face-transformer-models-using-amazon-sagemaker-serverless-inference/
https://aws.amazon.com/blogs/machine-learning/host-hugging-face-transformer-models-using-amazon-sagemaker-serverless-inference/
https://aws.amazon.com/blogs/machine-learning/introducing-the-amazon-sagemaker-serverless-inference-benchmarking-toolkit/
https://aws.amazon.com/blogs/machine-learning/introducing-the-amazon-sagemaker-serverless-inference-benchmarking-toolkit/
https://aws.amazon.com/blogs/machine-learning/introducing-the-amazon-sagemaker-serverless-inference-benchmarking-toolkit/
https://aws.amazon.com/blogs/machine-learning/run-computer-vision-inference-on-large-videos-with-amazon-sagemaker-asynchronous-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-computer-vision-inference-on-large-videos-with-amazon-sagemaker-asynchronous-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-computer-vision-inference-on-large-videos-with-amazon-sagemaker-asynchronous-endpoints/
https://aws.amazon.com/blogs/machine-learning/build-a-predictive-maintenance-solution-with-amazon-kinesis-aws-glue-and-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/build-a-predictive-maintenance-solution-with-amazon-kinesis-aws-glue-and-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/build-a-predictive-maintenance-solution-with-amazon-kinesis-aws-glue-and-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/improve-high-value-research-with-hugging-face-and-amazon-sagemaker-asynchronous-inference-endpoints/
https://aws.amazon.com/blogs/machine-learning/improve-high-value-research-with-hugging-face-and-amazon-sagemaker-asynchronous-inference-endpoints/
https://aws.amazon.com/blogs/machine-learning/improve-high-value-research-with-hugging-face-and-amazon-sagemaker-asynchronous-inference-endpoints/
https://aws.amazon.com/blogs/machine-learning/improve-high-value-research-with-hugging-face-and-amazon-sagemaker-asynchronous-inference-endpoints/
https://aws.amazon.com/blogs/machine-learning/associating-prediction-results-with-input-data-using-amazon-sagemaker-batch-transform/
https://aws.amazon.com/blogs/machine-learning/associating-prediction-results-with-input-data-using-amazon-sagemaker-batch-transform/
https://aws.amazon.com/blogs/machine-learning/associating-prediction-results-with-input-data-using-amazon-sagemaker-batch-transform/
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Atributo Recursos

Endpoints multimodelo • Economize nos custos de inferência 
usando endpoints multimodelo do Amazon 
SageMaker

• Execute vários modelos de aprendizado 
profundo na GPU com endpoints multimode 
lo do Amazon SageMaker

• Como escalar a inferência de machine 
learning para casos de uso de SaaS 
multilocatário

• Execute e otimize a inferência de vários 
modelos com os endpoints multimodelo do 
Amazon SageMaker

Pipelines de inferência serial • Padrões de design para inferência serial no 
Amazon SageMaker

Endpoint com vários contêineres • Inferência econômica de ML com modelos de 
várias estruturas no Amazon SageMaker

Conjuntos de modelos em execução • Execute modelos de ML em conjunto no 
Amazon SageMaker

Inference Recommender • Exemplo de caderno do SageMaker 
Inference Recommender

• Exemplo de caderno do SageMaker 
Inference Recommender para análise de 
sentimento do HuggingFace BERT

• Obtenha desempenho em hiperescala 
para fornecimento de modelos usando o 
NVIDIA Triton Inference Server no Amazon 
SageMaker
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https://aws.amazon.com/blogs/machine-learning/save-on-inference-costs-by-using-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/save-on-inference-costs-by-using-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/save-on-inference-costs-by-using-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-multiple-deep-learning-models-on-gpu-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-multiple-deep-learning-models-on-gpu-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-multiple-deep-learning-models-on-gpu-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/how-to-scale-machine-learning-inference-for-multi-tenant-saas-use-cases/
https://aws.amazon.com/blogs/machine-learning/how-to-scale-machine-learning-inference-for-multi-tenant-saas-use-cases/
https://aws.amazon.com/blogs/machine-learning/how-to-scale-machine-learning-inference-for-multi-tenant-saas-use-cases/
https://aws.amazon.com/blogs/machine-learning/run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/design-patterns-for-serial-inference-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/design-patterns-for-serial-inference-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/run-ensemble-ml-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/run-ensemble-ml-models-on-amazon-sagemaker/
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://aws.amazon.com/blogs/machine-learning/achieve-hyperscale-performance-for-model-serving-using-nvidia-triton-inference-server-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/achieve-hyperscale-performance-for-model-serving-using-nvidia-triton-inference-server-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/achieve-hyperscale-performance-for-model-serving-using-nvidia-triton-inference-server-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/achieve-hyperscale-performance-for-model-serving-using-nvidia-triton-inference-server-on-amazon-sagemaker/
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Atributo Recursos

Série de blogs de hospedagem de modelos 
avançados

• Parte 1: padrões de design comuns 
para criar aplicativos de ML no Amazon 
SageMaker

• Parte 2: conceitos básicos sobre a implantaç 
ão de modelos em tempo real no Amazon 
SageMaker

• Parte 3: execute e otimize a inferência de 
vários modelos com os endpoints multimode 
lo do Amazon SageMaker

• Parte 4: padrões de design para inferência 
serial no Amazon SageMaker

• Parte 5: inferência de melhor custo-benefício 
de ML com modelos de várias estruturas no 
Amazon SageMaker

• Parte 6: melhores práticas para testar e 
atualizar modelos no SageMaker

• Parte 7: execute modelos de ML em conjunto 
no Amazon SageMaker

Blocos de anotações de exemplo

Consulte a tabela a seguir para ver exemplos de cadernos que podem ajudar você a aprender mais 
sobre o SageMaker Inference.

Atributo Blocos de anotações de exemplo

Inference Recommender • Exemplo de caderno do SageMaker 
Inference Recommender

• Exemplo de caderno do SageMaker 
Inference Recommender para análise de 
sentimento do HuggingFace BERT
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https://aws.amazon.com/blogs/machine-learning/model-hosting-patterns-in-amazon-sagemaker-part-1-common-design-patterns-for-building-ml-applications-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/model-hosting-patterns-in-amazon-sagemaker-part-1-common-design-patterns-for-building-ml-applications-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/model-hosting-patterns-in-amazon-sagemaker-part-1-common-design-patterns-for-building-ml-applications-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-2-model-hosting-patterns-in-amazon-sagemaker-getting-started-with-deploying-real-time-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-2-model-hosting-patterns-in-amazon-sagemaker-getting-started-with-deploying-real-time-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-2-model-hosting-patterns-in-amazon-sagemaker-getting-started-with-deploying-real-time-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-3-model-hosting-patterns-in-amazon-sagemaker-run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/part-3-model-hosting-patterns-in-amazon-sagemaker-run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/part-3-model-hosting-patterns-in-amazon-sagemaker-run-and-optimize-multi-model-inference-with-amazon-sagemaker-multi-model-endpoints/
https://aws.amazon.com/blogs/machine-learning/part-4-model-hosting-patterns-in-amazon-sagemaker-design-patterns-for-serial-inference-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-4-model-hosting-patterns-in-amazon-sagemaker-design-patterns-for-serial-inference-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-5-model-hosting-patterns-in-amazon-sagemaker-cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-5-model-hosting-patterns-in-amazon-sagemaker-cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-5-model-hosting-patterns-in-amazon-sagemaker-cost-efficient-ml-inference-with-multi-framework-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-6-model-hosting-patterns-in-amazon-sagemaker-best-practices-in-testing-and-updating-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-6-model-hosting-patterns-in-amazon-sagemaker-best-practices-in-testing-and-updating-models-on-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-7-model-hosting-patterns-in-amazon-sagemaker-run-ensemble-ml-models-on-amazon-sagemaker/
https://aws.amazon.com/blogs/machine-learning/part-7-model-hosting-patterns-in-amazon-sagemaker-run-ensemble-ml-models-on-amazon-sagemaker/
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-inference-recommender/huggingface-inference-recommender/huggingface-inference-recommender.ipynb
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Atributo Blocos de anotações de exemplo

Otimize grandes modelos de linguagem (LLM) 
para o SageMaker

Workshop de LLMs de IA generativa

Recursos adicionais

Para obter mais informações sobre cada opção do SageMaker Interface em detalhes, você pode 
assistir ao vídeo a seguir.

Implemente modelos de ML para inferência com alto desempenho e baixo custo

Solução de problemas e referência

Você pode usar os seguintes recursos e a documentação de referência para entender as melhores 
práticas ao usar o SageMaker Inference e solucionar problemas com implantações de modelos:

• Para solucionar problemas de implantações de modelos, consulte Solucione problemas de 
implantações de SageMaker modelos da Amazon.

• Para obter as melhores práticas para a implantação de modelos, consulte Melhores práticas.

• Para obter informações de referência sobre o tamanho dos volumes de armazenamento fornecidos 
para diferentes tamanhos de instâncias de hospedagem, consulte Hospedar volumes de 
armazenamento de instâncias.

• Para obter informações de referência sobre limites e cotas do SageMaker, consulte endpoints e 
cotas do Amazon SageMaker.

• Para ver as perguntas frequentes sobre o SageMaker, consulte Perguntas frequentes sobre 
hospedagem de modelos.

Perguntas frequentes sobre hospedagem de modelos

Consulte os itens de perguntas frequentes a seguir para obter respostas às perguntas mais 
frequentes sobre hospedagem de inferência do SageMaker.

Hospedagem geral

Os itens de perguntas frequentes a seguir respondem a perguntas gerais comuns sobre o 
SageMaker Inference.
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https://github.com/aws/amazon-sagemaker-examples/tree/main/inference/generativeai/llm-workshop
https://www.youtube.com/embed/4FqHt5bmS2o
https://docs.aws.amazon.com/sagemaker/latest/dg/best-practices.html
https://docs.aws.amazon.com/general/latest/gr/sagemaker.html
https://docs.aws.amazon.com/general/latest/gr/sagemaker.html
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P: Quais são as opções de implantação oferecidas pelo Amazon SageMaker?

R: Depois de criar e treinar modelos, o Amazon SageMaker oferece quatro opções para implantá-
los para que você possa começar a fazer previsões. A inferência em tempo real é adequada para 
workloads com requisitos de latência de milissegundos, tamanhos de carga útil de até 6 MB e 
tempos de processamento de até 60 segundos. O Transformação em lote é ideal para previsões off-
line em grandes lotes de dados que estão disponíveis antecipadamente. A inferência assíncrona foi 
projetada para workloads que não têm requisitos de latência inferior a um segundo, tamanhos de 
carga útil de até 1 GB e tempos de processamento de até 15 minutos. Com Inferência sem servidor, 
você pode implantar rapidamente modelos de machine learning para inferência sem precisar 
configurar ou gerenciar a infraestrutura subjacente, e paga somente pela capacidade computacional 
usada para processar solicitações de inferência, o que é ideal para workloads intermitentes.

P: Como escolho uma opção de implantação de modelo no SageMaker?

R: O diagrama a seguir pode ajudá-lo(a) a escolher uma opção de implantação do modelo de 
hospedagem do SageMaker.

O diagrama anterior mostra o processo de decisão a seguir. Se quiser processar solicitações 
em lotes, talvez queira escolher Transformação em lote. Caso contrário, se você quiser receber 
inferência para cada solicitação ao seu modelo, talvez queira escolher inferência assíncrona, 
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inferência sem servidor ou inferência em tempo real. Você pode escolher a inferência assíncrona 
se tiver longos tempos de processamento ou grandes cargas e quiser enfileirar solicitações. Você 
pode escolher a inferência sem servidor se sua workload tiver tráfego imprevisível ou intermitente. 
Você pode escolher a inferência em tempo real se tiver tráfego sustentado e precisar de uma latência 
menor e consistente para suas solicitações.

P: Ouvi dizer que o SageMaker Inference é caro. Qual é a melhor maneira de otimizar meu custo ao 
hospedar modelos?

R: Para otimizar seus custos com o SageMaker Inference, você deve escolher a opção de 
hospedagem certa para seu caso de uso. Você também pode usar recursos de inferência, como
Amazon SageMaker Savings Plans, otimização de modelos com o SageMaker Neo, endpoints de 
vários modelos e endpoints de vários contêineres ou escalonamento automático. Para obter dicas 
sobre como otimizar seus custos de inferência, consulte Práticas recomendadas de otimização de 
custos de inferência.

P: Por que eu deveria usar o Amazon SageMaker Inference Recommender?

R: Você deve usar o Amazon SageMaker Inference Recommender se precisar de recomendações 
sobre a configuração correta do endpoint para melhorar o desempenho e reduzir custos. 
Anteriormente, os cientistas de dados que queriam implantar seus modelos precisavam executar 
benchmarks manuais para selecionar a configuração correta do endpoint. Primeiro, eles precisaram 
selecionar o tipo certo de instância de machine learning entre mais de 70 tipos de instância 
disponíveis com base nos requisitos de recursos de seus modelos e cargas úteis de amostra e, 
em seguida, otimizar o modelo para considerar diferentes hardwares. Em seguida, eles tiveram 
que realizar testes de carga extensivos para validar se os requisitos de latência e throughput foram 
atendidos e se os custos eram baixos. O Inference Recommender elimina essa complexidade ao 
ajudar você a fazer o seguinte:

• Comece em minutos com uma recomendação de instância.

• Realize testes de carga em todos os tipos de instância para obter recomendações sobre a 
configuração do seu endpoint em poucas horas.

• Ajuste automaticamente os parâmetros do contêiner e do servidor de modelo, além de realizar 
otimizações de modelo para um determinado tipo de instância.
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https://aws.amazon.com/savingsplans/ml-pricing/
https://docs.aws.amazon.com/sagemaker/latest/dg/neo.html
https://docs.aws.amazon.com/sagemaker/latest/dg/multi-model-endpoints.html
https://docs.aws.amazon.com/sagemaker/latest/dg/multi-model-endpoints.html
https://docs.aws.amazon.com/sagemaker/latest/dg/multi-container-endpoints.html
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P: O que é um servidor modelo?

R: Os endpoints do SageMaker são pontos de extremidade HTTP REST que usam um servidor web 
em contêineres, que inclui um servidor modelo. Esses contêineres são responsáveis por carregar e 
atender às solicitações de um modelo de machine learning. Eles implementam um servidor web que 
responda a /invocations e /ping na porta 8080.

Os servidores de modelos comuns incluem TensorFlow Serving, TorchServe e Multi Model Server. 
Os contêineres da estrutura do SageMaker têm esses servidores de modelo incorporados.

P: O que quer dizer “Traga seu próprio contêiner com o Amazon SageMaker”?

R: Tudo no SageMaker Inference é armazenado em contêineres. O SageMaker fornece contêineres 
gerenciados para estruturas populares, como TensorFlow, SKLearn e HuggingFace. Para obter uma 
lista abrangente e atualizada dessas imagens, consulte Imagens disponíveis.

Às vezes, há estruturas personalizadas para as quais talvez seja necessário criar um contêiner. Essa 
abordagem é conhecida como Traga seu próprio contêiner ou BYOC (Bring Your Own Container). 
Com a abordagem BYOC, você fornece a imagem do Docker para configurar sua estrutura ou 
biblioteca. Em seguida, envie a imagem para o Amazon Elastic Container Registry (Amazon ECR) 
para usar a imagem com o SageMaker. Para ver um exemplo de uma abordagem de BYOC, 
consulte Visão geral dos contêineres do Amazon SageMaker.

Como alternativa, em vez de criar uma imagem do zero, você pode estender um contêiner. Você 
pode pegar uma das imagens básicas que o SageMaker fornece e adicionar suas dependências 
sobre ela em seu Dockerfile.

P: Preciso treinar meus modelos no SageMaker para hospedá-los nos endpoints do SageMaker?

R: O SageMaker oferece a capacidade de trazer seu próprio modelo de estrutura que você treinou 
fora do SageMaker e implantá-lo em qualquer uma das opções de hospedagem do SageMaker.

O SageMaker exige que você empacote o modelo em um arquivo model.tar.gz e tenha uma 
estrutura de diretórios específica. Cada estrutura tem sua própria estrutura de modelo (consulte 
a pergunta a seguir para ver exemplos de estruturas). Para obter mais informações, consulte a 
documentação do SDK do SageMaker para Python para TensorFlow, PyTorch e MXNet.

Embora você possa escolher entre imagens de estrutura pré-criadas, como TensorFlow, PyTorch 
e MXNet, para hospedar seu modelo treinado, você também pode criar seu próprio contêiner para 
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https://github.com/aws/deep-learning-containers/blob/master/available_images.md
https://sagemaker-workshop.com/custom/containers.html
https://sagemaker.readthedocs.io/en/stable/frameworks/tensorflow/deploying_tensorflow_serving.html#deploying-directly-from-model-artifacts
https://sagemaker.readthedocs.io/en/stable/frameworks/pytorch/using_pytorch.html#bring-your-own-model
https://sagemaker.readthedocs.io/en/stable/frameworks/mxnet/using_mxnet.html#deploy-endpoints-from-model-data
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hospedar seus modelos treinados em endpoints do SageMaker. Para uma explicação passo a passo, 
consulte o exemplo do caderno Jupyter Criando seu próprio contêiner de algoritmo.

P: Como devo estruturar meu modelo se eu quiser implantar no SageMaker, mas não treinar no 
SageMaker?

R: O SageMaker exige que os artefatos do modelo sejam compactados em um arquivo .tar.gz ou 
em um tarball. O SageMaker extrai automaticamente esse arquivo .tar.gz no diretório /opt/ml/
model/ do seu contêiner. O tarball não deve conter links simbólicos ou arquivos desnecessários. 
Se você estiver usando um dos contêineres da estrutura, como TensorFlow, PyTorch ou MXNet, o 
contêiner espera que sua estrutura TAR seja a seguinte:

TensorFlow

model.tar.gz/ 
             |--[model_version_number]/ 
                                       |--variables 
                                       |--saved_model.pb 
            code/ 
                |--inference.py 
                |--requirements.txt

PyTorch

model.tar.gz/ 
             |- model.pth 
             |- code/ 
                     |- inference.py 
                     |- requirements.txt  # only for versions 1.3.1 and higher

MXNet

model.tar.gz/ 
            |- model-symbol.json 
            |- model-shapes.json 
            |- model-0000.params 
            |- code/ 
                    |- inference.py 
                    |- requirements.txt # only for versions 1.6.0 and higher
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https://github.com/aws/amazon-sagemaker-examples/blob/main/advanced_functionality/scikit_bring_your_own/scikit_bring_your_own.ipynb
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P: Ao invocar um endpoint do SageMaker, posso fornecer um tipo MIME ContentType e Accept. 
Qual deles é usado para identificar o tipo de dados que está sendo enviado e recebido?

R: ContentType é o tipo MIME dos dados de entrada no corpo da solicitação (o tipo MIME dos 
dados que você está enviando para o seu endpoint). O servidor modelo usa o ContentType para 
determinar se ele pode lidar com o tipo fornecido ou não.

Accept é o tipo MIME da resposta de inferência (o tipo MIME dos dados que seu endpoint retorna). 
O servidor modelo usa o tipo Accept para determinar se ele pode lidar com o tipo fornecido ou não.

Os tipos comuns de MIME incluem text/csv, application/json e application/jsonlines.

P: Quais são os formatos de dados compatíveis com o SageMaker Inference?

R: O SageMaker passa qualquer solicitação para o contêiner do modelo sem modificação. O 
contêiner deve conter a lógica para desserializar a solicitação. Para obter informações sobre os 
formatos definidos para algoritmos integrados, consulte Formatos de dados comuns para inferência.
Se estiver criando seu próprio contêiner ou usando um contêiner do SageMaker Framework, você 
pode incluir a lógica para aceitar um formato de solicitação de sua escolha.

Da mesma forma, o SageMaker também retorna a resposta sem modificação e, em seguida, o 
cliente deve desserializar a resposta. No caso dos algoritmos integrados, eles retornam respostas 
em formatos específicos. Se estiver criando seu próprio contêiner ou usando um contêiner do 
SageMaker Framework, você pode incluir a lógica para retornar uma resposta no formato de sua 
escolha.

P: Como invoco meu endpoint com dados binários como vídeos ou imagens?

Use a chamada da API Invoke Endpoint para fazer inferências em relação ao seu endpoint.

Ao passar sua entrada como carga útil para a API InvokeEndpoint, você deve fornecer o tipo 
correto de dados de entrada que seu modelo espera. Ao transmitir uma carga na chamada da 
API InvokeEndpoint, os bytes da solicitação são encaminhados diretamente para o contêiner 
do modelo. Por exemplo, para uma imagem, você pode usar application/jpeg para o
ContentType e garantir que seu modelo possa realizar inferências sobre esse tipo de dados. 
Isso se aplica a JSON, CSV, vídeo ou qualquer outro tipo de entrada com a qual você possa estar 
lidando.

Outro fator a ser considerado são os limites de tamanho da carga útil. Em termos de endpoints 
em tempo real e sem servidor, o limite de carga é de 6 MB. Você pode dividir seu vídeo em vários 
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quadros e invocar o endpoint com cada quadro individualmente. Como alternativa, se o seu caso de 
uso permitir, você pode enviar o vídeo inteiro na carga usando um endpoint assíncrono, que suporta 
cargas de até 1 GB.

Para ver um exemplo que mostra como executar inferência de visão computacional em vídeos 
grandes com inferência assíncrona, consulte esta postagem do blog.

Inferência em tempo real

Os itens de perguntas frequentes a seguir respondem a perguntas comuns sobre a inferência em 
tempo real do SageMaker.

P: Como criar um endpoint do SageMaker?

R: Você pode criar um endpoint do SageMaker por meio de AWSferramentas compatíveis, como os 
SDKs AWS, o SageMaker Python SDK, o AWS Management Console, o AWS CloudFormation e o 
AWS Cloud Development Kit (AWS CDK).

Há três entidades principais na criação de endpoints: um modelo do SageMaker, uma configuração 
de endpoint do SageMaker e um endpoint do SageMaker. O modelo do SageMaker aponta para 
os dados e a imagem do modelo que você está usando. A configuração do endpoint define suas 
variantes de produção, que podem incluir o tipo de instância e a contagem de instâncias. Em 
seguida, você pode usar a chamada da API create_endpoint ou a chamada .deploy () do SageMaker 
para criar um endpoint usando os metadados do seu modelo e da configuração do endpoint.

P: Preciso usar o SageMaker Python SDK para criar/invocar endpoints?

R: Não, você pode usar os vários AWS SDKs (consulte Invocar/Criar para ver os SDKs disponíveis) 
ou até mesmo chamar diretamente as APIs da web correspondentes.

P: Qual é a diferença entre endpoint multimodelo (MME) e servidor multimodelo (MMS)?

R: Um endpoint multimodelo é uma opção de inferência em tempo real que o SageMaker oferece. 
Com endpoints multimodelo, você pode hospedar milhares de modelos atrás de um endpoint. O
Multi Model Server é uma estrutura de código aberto para servir modelos de machine learning. Ela 
fornece os recursos de gerenciamento de modelos e o front-end HTTP exigidos pelos endpoints 
multimodelos para hospedar vários modelos em um único contêiner, carregar e descarregar modelos 
para dentro e fora do contêiner dinamicamente, e executa a inferência em um modelo carregado 
especificado.
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P: Quais são as diferentes arquiteturas de implantação de modelos suportadas pela inferência em 
tempo real?

R: O SageMaker Real-Time Inference suporta várias arquiteturas de implantação de modelos, como 
endpoints multimodelo, endpoints de vários contêineres e pipelines de inferência serial.

Endpoints multimodelo (MME) — O MME permite que os clientes implantem milhares de modelos 
hiperpersonalizados de forma econômica. Todos os modelos são implantados em uma frota de 
recursos compartilhados. O MME funciona melhor quando os modelos têm tamanho e latência 
semelhantes e pertencem à mesma estrutura de ML. Esses endpoints são ideais para quando 
você não precisa chamar o mesmo modelo o tempo todo. Você pode carregar dinamicamente os 
respectivos modelos no endpoint do SageMaker para atender à sua solicitação.

Endpoints de vários contêineres (MCE) — O MCE permite que os clientes implantem 15 contêineres 
diferentes com estruturas e funcionalidades de ML diversas, sem precisar iniciar a frio, usando 
apenas um endpoint do SageMaker. Você pode invocar diretamente esses contêineres. O MCE é 
melhor para quando você deseja manter todos os modelos na memória.

Pipelines de inferência serial (SIP) — Você pode usar o SIP para encadear de 2 a 15 contêineres em 
um único endpoint. O SIP é principalmente adequado para combinar pré-processamento e inferência 
de modelos em um endpoint e para operações de baixa latência.

Inferência sem servidor

Os itens de perguntas frequentes a seguir respondem a perguntas comuns sobre Inferência Sem 
Servidor do Amazon SageMaker.

P: O que é a inferência sem servidor do Amazon SageMaker?

R: Inferência sem servidor é uma opção de fornecimento de modelos sem servidor criada 
especificamente para facilitar a implantação e o dimensionamento de modelos de ML. Os endpoints 
de inferência sem servidor iniciam automaticamente os recursos de computação e os escalam 
para dentro e para baixo, dependendo do tráfego, eliminando a sua necessidade de escolher tipos 
de instância ou gerenciar políticas de escalabilidade. Opcionalmente, você pode especificar os 
requisitos de memória do endpoint sem servidor. Você paga somente pela duração da execução do 
código de inferência e pela quantidade de dados processados, não pelos períodos de inatividade.

P: Por que devo usar inferência sem servidor?

R: A inferência sem servidor simplifica a experiência do desenvolvedor, eliminando a necessidade de 
provisionar capacidade antecipadamente e gerenciar políticas de escalabilidade. A inferência sem 
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servidor pode ser escalada instantaneamente de dezenas a milhares de inferências em segundos 
com base nos padrões de uso, tornando-a ideal para aplicativos de ML com tráfego intermitente ou 
imprevisível. Por exemplo, um serviço de chatbot usado por uma empresa de processamento de 
folha de pagamento experimenta um aumento nas consultas no final do mês, enquanto o tráfego é 
intermitente no resto do mês. O provisionamento de instâncias para o mês inteiro nesses cenários 
não é econômico, pois você acaba pagando por períodos de inatividade.

A inferência sem servidor ajuda a lidar com esses tipos de casos de uso, fornecendo escalabilidade 
automática e rápida, sem a necessidade de prever o tráfego antecipadamente ou gerenciar políticas 
de escalabilidade. Além disso, você paga somente pelo tempo de computação para executar seu 
código de inferência e pelo processamento de dados, o que o torna ideal para workloads com tráfego 
intermitente.

P: Como escolho o tamanho de memória certo para meu endpoint sem servidor?

R: Seu endpoint sem servidor tem um tamanho mínimo de RAM de 1024 MB (1 GB), e o tamanho 
máximo de RAM que você pode escolher é 6144 MB (6 GB). Os tamanhos de memória que você 
pode escolher são 1024 MB, 2048 MB, 3072 MB, 4096 MB, 5120 MB ou 6144 MB. A inferência 
sem servidor atribui automaticamente recursos computacionais proporcionais à memória que você 
seleciona. Se você escolher um tamanho de memória maior, seu contêiner terá acesso a mais 
vCPUs.

Escolha o tamanho da memória do seu endpoint de acordo com o tamanho do modelo. Geralmente, 
o tamanho da memória deve ser pelo menos tão grande quanto o tamanho do modelo. Talvez seja 
necessário fazer um benchmark para escolher a seleção de memória certa para seu modelo com 
base em seus SLAs de latência. Os incrementos do tamanho da memória têm preços diferentes; 
consulte a página de preços do Amazon SageMaker para obter mais informações.

Transformação em lote

Os itens de perguntas frequentes a seguir respondem a perguntas comuns sobre a transformação 
em lote do SageMaker.

P: Como a transformação em lote divide meus dados?

R: Para formatos de arquivo específicos, como CSV, Recordio e TFRecord, o SageMaker pode 
dividir seus dados em minilotes de registro único ou de vários registros e enviá-los como carga para 
o contêiner do modelo. Quando o valor de BatchStrategy é MultiRecord, o SageMaker envia 
o número máximo de registros em cada solicitação, até o limite de MaxPayloadInMB. Quando o 
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valor de BatchStrategy é SingleRecord, o SageMaker envia registros individuais em cada 
solicitação.

P: Qual é o tempo máximo para transformação em lote e limite de carga útil de um único registro?

R: O tempo máximo para transformação em lote é de 3600 segundos. O tamanho máximo da carga 
útil de um registro (por minilote) é de 100 MB.

P: Como faço para acelerar uma tarefa de transformação em lote?

Se você estiver usando a API CreateTransformJob poderá reduzir o tempo necessário para 
concluir trabalhos de transformação em lote usando valores ideais para parâmetros, como
MaxPayloadInMB, MaxConcurrentTransforms ou BatchStrategy. O valor ideal para
MaxConcurrentTransforms é igual ao número de trabalhadores de computação na tarefa 
de transformação em lote. Se você estiver usando o console do SageMaker, poderá especificar 
esses valores de parâmetro ideais na seção Additional configuration (Configuração adicional) da 
página Batch transform job configuration (Configuração do trabalho de transformação em lote). 
O SageMaker encontra automaticamente as configurações de parâmetros ideais para algoritmos 
incorporados. Para obter algoritmos personalizados, forneça esses valores por meio de um endpoint
execution-parameters.

P: Quais são os formatos de dados suportados nativamente no transformação em lote?

R: O transformação em lote é compatível com CSV e JSON.

Inferência assíncrona

Os itens de perguntas frequentes a seguir respondem a perguntas comuns sobre a inferência 
assíncrona do SageMaker.

P: O que é a inferência assíncrona do Amazon SageMaker?

R: A inferência assíncrona enfileira as solicitações recebidas e as processa de forma assíncrona. 
Essa opção é ideal para solicitações com grandes tamanhos de carga útil ou longos tempos de 
processamento que precisam ser processadas à medida que chegam. Opcionalmente, você pode 
definir configurações de ajuste de escala automático para reduzir verticalmente a contagem de 
instâncias para zero quando não estiver processando ativamente as solicitações.

P: Como faço para escalar meus endpoints para 0 quando não há tráfego?

R: O Amazon SageMaker oferece suporte à escalabilidade automática do seu endpoint assíncrono. 
A escalabilidade automática ajusta dinamicamente o número de instâncias provisionadas para 
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um modelo em resposta às alterações na workload. Ao contrário de outros modelos hospedados 
compatíveis com o SageMaker, com a inferência assíncrona, você também pode reduzir suas 
instâncias de endpoints assíncronos para zero. As solicitações recebidas quando não há instâncias 
são enfileiradas para processamento quando o endpoint aumenta a escala verticalmente. Para obter 
mais informações, consulte Escalar automaticamente um endpoint assíncrono.

O Amazon SageMaker Serverless Inference também reduz a escala verticalmente para zero. Você 
não verá isso porque o SageMaker gerencia a escalabilidade de seus endpoints sem servidor, mas 
se não estiver enfrentando nenhum tráfego, a mesma infraestrutura se aplica.
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Implementar MLOPs

A Amazon SageMaker oferece suporte a recursos para implementar modelos de aprendizado de 
máquina em ambientes de produção com integração e implantação contínuas. Os tópicos a seguir 
fornecem informações sobre como configurar a infraestrutura MLOps durante o uso. SageMaker

Tópicos

• Por que você deve usar MLOPs?

• SageMaker Experimentos

• SageMaker Fluxos de trabalho

• Rastreamento SageMaker de linhagem do Amazon ML

• Registrar e implantar modelos com o Registro do modelo

• Implantação do modelo em SageMaker

• SageMaker Monitor de modelo

• Automatize MLOPs com projetos SageMaker

• Perguntas frequentes sobre o Amazon SageMaker MLOps

Por que você deve usar MLOPs?

À medida que você passa da execução de projetos individuais de inteligência artificial e machine 
learning (IA/ML) para o uso de IA/ML para transformar seus negócios em grande escala, a disciplina 
de operações de ML (MLOps) pode ajudar. As MLOps consideram os aspectos exclusivos dos 
projetos de IA/ML em gerenciamento de projetos, CI/CD e garantia de qualidade, ajudando você a 
melhorar o tempo de entrega, reduzir defeitos e tornar a ciência de dados mais produtiva. MLOps se 
refere a uma metodologia que se baseia na aplicação de DevOps práticas às cargas de trabalho de 
aprendizado de máquina. Para uma discussão sobre os DevOps princípios, consulte o white paper
Introdução a DevOps on AWS. Para saber mais sobre a implantação usando serviços AWS, consulte
Praticando CI/CD na AWS e Infraestrutura como código.

Por exemplo DevOps, o MLOps depende de uma abordagem colaborativa e simplificada para o 
ciclo de vida de desenvolvimento de aprendizado de máquina, em que a interseção de pessoas, 
processos e tecnologia otimiza as end-to-end atividades necessárias para desenvolver, criar e operar 
cargas de trabalho de aprendizado de máquina.
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O MLOps se concentra na interseção da ciência de dados e da engenharia de dados em combinação 
com DevOps as práticas existentes para agilizar a entrega de modelos em todo o ciclo de vida 
de desenvolvimento do aprendizado de máquina. As MLOps referem-se à disciplina de integrar 
workloads de ML ao gerenciamento de versões, CI/CD e operações. As MLOps requerem a 
integração de desenvolvimento de software, operações, engenharia de dados e ciência de dados.

Desafios com as MLOps

Embora as MLOPs possam fornecer ferramentas valiosas para ajudá-lo a expandir seus negócios, 
você pode enfrentar alguns problemas ao integrar as MLOPs às suas workloads de machine 
learning.

Gerenciamento de projetos

• Os projetos de ML envolvem cientistas de dados, uma função relativamente nova e que nem 
sempre é integrada a equipes multifuncionais. Esses novos membros da equipe geralmente 
falam uma linguagem técnica muito diferente da dos proprietários de produtos e engenheiros de 
software, agravando o problema usual de traduzir requisitos comerciais em requisitos técnicos.

Comunicação e colaboração

• Criar visibilidade em projetos de ML e permitir a colaboração entre diferentes partes interessadas, 
como engenheiros de dados, cientistas de dados, engenheiros de ML, DevOps está se tornando 
cada vez mais importante para garantir resultados bem-sucedidos.

Tudo é código

• O uso de dados de produção em atividades de desenvolvimento, os ciclos de vida de 
experimentação mais longos, as dependências em pipelines de dados, o retreinamento de 
pipelines de implantação e as métricas exclusivas na avaliação da performance de um modelo.

• Os modelos geralmente têm um ciclo de vida independente dos aplicativos e sistemas que 
integram com esses modelos.

• Todo o end-to-end sistema é reproduzível por meio de código versionado e artefatos. DevOps 
os projetos usam infraestrutura como código (IaC) e configuração como código (CAc) para criar 
ambientes e pipelines-as-código (PAc) para garantir padrões consistentes de CI/CD. Os pipelines 
precisam se integrar aos fluxos de trabalho de treinamento de Big Data e ML. Isso geralmente 
significa que o pipeline é uma combinação de uma ferramenta tradicional de CI/CD e outro 
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mecanismo de fluxo de trabalho. Há questões políticas importantes em muitos projetos de ML, 
portanto, o pipeline também pode precisar aplicar essas políticas. Dados de entrada tendenciosos 
produzem resultados tendenciosos, uma preocupação crescente para investidores empresariais.

CI/CD

• Em MLOps, os dados fonte são uma entrada de primeira classe, junto com o código-fonte. É por 
isso que as MLOps exigem o controle de versão dos dados fonte e o início das execuções do 
pipeline quando os dados fonte ou de inferência são alterados.

• Os pipelines também devem criar uma versão dos modelos de ML, junto com as entradas e outras 
saídas, a fim de fornecer rastreabilidade.

• Os testes automatizados devem incluir a validação adequada do modelo de ML durante as fases 
de criação e quando o modelo estiver em produção.

• As fases de criação podem incluir treinamento e retreinamento de modelos, um processo 
demorado e que consome muitos recursos. Os pipelines devem ser granulares o suficiente para 
realizar um ciclo completo de treinamento somente quando os dados fonte ou o código de ML 
forem alterados, não quando os componentes relacionados mudarem.

• Como o código de machine learning geralmente é uma pequena parte de uma solução geral, um 
pipeline de implantação também pode incorporar as etapas adicionais necessárias para empacotar 
um modelo para consumo como uma API por outros aplicativos e sistemas.

Monitoramento e registro

• As fases de engenharia de recursos e treinamento de modelos necessárias para capturar métricas 
de treinamento de modelos, bem como experimentos com modelos. O ajuste de um modelo de 
ML requer a manipulação da forma dos dados de entrada, bem como dos hiperparâmetros do 
algoritmo, e a captura sistemática desses experimentos. O rastreamento de experimentos ajuda 
os cientistas de dados a trabalhar com mais eficiência e fornece um snapshot reproduzível de seu 
trabalho.

• Os modelos de ML implantados exigem o monitoramento dos dados passados ao modelo para 
inferência, junto com as métricas padrão de estabilidade e performance do endpoint. O sistema 
de monitoramento também deve capturar a qualidade da saída do modelo, conforme avaliada por 
uma métrica de ML apropriada.
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Benefícios das MLOps

A adoção de práticas de MLOps agiliza os projetos time-to-market de ML, oferecendo os seguintes 
benefícios.

• Produtividade: fornecer aos ambientes de autoatendimento acesso a conjuntos de dados 
selecionados permite que engenheiros e cientistas de dados se avancem mais rapidamente e 
percam menos tempo com dados perdidos ou inválidos.

• Repetibilidade: automatizar todas as etapas do MLDC ajuda a garantir um processo repetível, 
incluindo como o modelo é treinado, avaliado, versionado e implantado.

• Confiabilidade: a incorporação de práticas de CI/CD permite não apenas uma implantação mais 
rápida, mas com maior qualidade e consistência.

• Auditabilidade: o controle de versão de todas as entradas e saídas, desde experimentos de ciência 
de dados até dados fonte e modelo treinado, significa que podemos demonstrar exatamente como 
o modelo foi construído e onde foi implantado.

• Qualidade dos dados e do modelo: as MLOps nos permitem aplicar políticas que protegem contra 
o desvio do modelo e rastreiam as alterações nas propriedades estatísticas dos dados e na 
qualidade do modelo ao longo do tempo.

SageMaker Experimentos

A criação de modelos de ML requer muitas iterações de treinamento à medida que você ajusta 
o algoritmo, a arquitetura do modelo e os parâmetros para obter alta precisão de previsão. Você 
pode monitorar as entradas e os resultados dessas iterações de treinamento para melhorar a 
repetibilidade dos testes e a colaboração em sua equipe usando o Amazon Experiments. SageMaker 
Você também pode monitorar parâmetros, métricas, conjuntos de dados e outros artefatos 
relacionados às suas tarefas de treinamento de modelos. SageMaker O Experiments oferece 
uma interface única na qual você pode visualizar seus trabalhos de treinamento em andamento, 
compartilhar experimentos com sua equipe e implantar modelos diretamente de um experimento.

Para saber mais sobre SageMaker os experimentos, consulteGerencie o Machine Learning com a 
Amazon SageMaker Experiments.
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SageMaker Fluxos de trabalho

Ao escalar suas operações de aprendizado de máquina (ML), você pode usar os serviços de 
fluxo de trabalho SageMaker totalmente gerenciados da Amazon para implementar práticas 
de integração e implantação contínuas (CI/CD) para seu ciclo de vida de ML. Com o SDK do 
SageMaker Pipelines, você escolhe e integra as etapas do pipeline em uma solução unificada que 
automatiza o processo de criação do modelo, desde a preparação dos dados até a implantação do 
modelo. Para arquiteturas baseadas em Kubernetes, você pode instalar SageMaker operadores em 
seu cluster Kubernetes para criar SageMaker trabalhos de forma nativa usando a API Kubernetes e 
ferramentas de linha de comando do Kubernetes, como. kubectl Com SageMaker componentes 
para pipelines Kubeflow, você pode criar e monitorar SageMaker trabalhos nativos de seus pipelines 
Kubeflow. Os parâmetros, o status e as saídas do trabalho podem ser SageMaker acessados na 
interface do usuário do Kubeflow Pipelines. Por fim, se você quiser programar execuções em lotes 
não interativas do seu caderno Jupyter, use o serviço de fluxos de trabalho baseado em cadernos 
para iniciar execuções independentes ou regulares em uma programação definida por você.

Em resumo, SageMaker oferece as seguintes tecnologias de fluxo de trabalho:

• Amazon SageMaker Model Building Pipelines: ferramenta para criar e gerenciar pipelines de ML.

• Orquestração do Kubernetes: operadores SageMaker personalizados para seu cluster Kubernetes 
e componentes para o Kubeflow Pipelines.

• SageMaker Empregos em notebooks: execuções em lote não interativas sob demanda ou 
programadas do seu caderno Jupyter.

Você também pode aproveitar outros serviços que se integram SageMaker para criar seu fluxo de 
trabalho. As opções incluem os seguintes serviços:

• Fluxos de trabalho do Airflow: SageMaker APIs para exportar configurações para criar e gerenciar 
fluxos de trabalho do Airflow.

• AWS Step Functions: fluxos de trabalho de ML em várias etapas em Python que orquestram a 
SageMaker infraestrutura sem precisar provisionar seus recursos separadamente.

Para obter mais informações sobre o gerenciamento de SageMaker treinamento e inferência, 
consulte Fluxos de trabalho do Amazon SageMaker Python SDK.

Tópicos
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• Amazon SageMaker Model Building Pipelines

• Orquestração do Kubernetes

• SageMaker Empregos em notebooks

Amazon SageMaker Model Building Pipelines

O Amazon SageMaker Model Building Pipelines é uma ferramenta para criar pipelines de 
aprendizado de máquina que aproveitam a integração direta SageMaker . Por causa dessa 
integração, você pode criar um pipeline e configurar SageMaker projetos para orquestração usando 
uma ferramenta que lida com grande parte da criação e gerenciamento de etapas para você. Você 
pode criar o pipeline usando o SDK do SageMaker Python ou criar o pipeline usando o esquema 
JSON de definição de SageMaker pipeline.

SageMaker O Pipelines oferece as seguintes vantagens em relação a outras ofertas de AWS fluxo 
de trabalho:

SageMaker Integração

SageMaker O Pipelines é integrado diretamente com SageMaker, então você não precisa interagir 
com nenhum outro AWS serviço. Você também não precisa gerenciar nenhum recurso porque o 
SageMaker Pipelines é um serviço totalmente gerenciado, o que significa que ele cria e gerencia 
recursos para você.

SageMaker Integração do Python SDK

Como o SageMaker Pipelines está integrado ao SDK do SageMaker Python, você pode criar seus 
pipelines programaticamente usando uma interface Python de alto nível com a qual talvez você já 
esteja familiarizado. Para ver a referência da API SageMaker Python SDK, consulte Pipelines. Para 
exemplos de código do SDK para SageMaker Python, consulte Amazon SageMaker Model Building 
Pipelines.

SageMaker Integração com o Studio

SageMaker O Studio oferece um ambiente para gerenciar a experiência do end-to-end SageMaker 
Pipelines. Usando o Studio, você pode ignorar o console AWS para gerenciar todo o fluxo de 
trabalho. Para obter mais informações sobre o gerenciamento de SageMaker pipelines do 
SageMaker Studio, consulteVisualize, acompanhe e execute SageMaker pipelines no Studio 
SageMaker .
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Rastreamento de linhagem de dados

Com o SageMaker Pipelines, você pode acompanhar o histórico de seus dados na execução 
do pipeline. O Amazon SageMaker ML Lineage Tracking permite que você analise de onde os 
dados vieram, onde foram usados como entrada e as saídas que foram geradas a partir deles. Por 
exemplo, você pode visualizar os modelos criados a partir de um conjunto de dados individual e os 
conjuntos de dados usados na criação de um modelo individual. Para ter mais informações, consulte
Rastreamento SageMaker de linhagem do Amazon ML.

Reutilização de etapas

Com o SageMaker Pipelines, você pode designar etapas para o armazenamento em cache. Quando 
uma etapa é armazenada em cache, ela é indexada para reutilização posterior se a mesma etapa 
for executada novamente. Como resultado, você pode reutilizar a saída das execuções de etapas 
anteriores da mesma etapa no mesmo pipeline sem precisar executar a etapa novamente. Para obter 
mais informações sobre armazenamento em cache de etapas, consulte Etapas do pipeline de cache.

Tópicos

• SageMaker Visão geral dos oleodutos

• Crie e gerencie SageMaker pipelines

SageMaker Visão geral dos oleodutos

Um pipeline do Amazon SageMaker Model Building Pipelines é uma série de etapas interconectadas 
que são definidas usando o SDK do Pipelines. Você também pode criar seu pipeline sem o SDK 
usando o esquema JSON de definição de pipeline. Essa definição de pipeline codifica um pipeline 
usando um gráfico acíclico direcionado (DAG) que pode ser exportado como uma definição JSON. 
Esse DAG fornece informações sobre os requisitos e as relações entre cada etapa do seu pipeline. 
A estrutura do DAG de um pipeline é determinada pelas dependências de dados entre as etapas. 
Essas dependências de dados são criadas quando as propriedades da saída de uma etapa são 
passadas como entrada para outra etapa. A imagem a seguir é um exemplo de DAG de pipeline:
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Os tópicos a seguir descrevem os conceitos fundamentais do SageMaker Pipelines. Para obter 
um tutorial descrevendo a implementação desses conceitos, consulte Crie e gerencie SageMaker 
pipelines.

Tópicos

• Estrutura e execução do pipeline

• Gerenciamento de acesso do IAM

• Support entre contas para pipelines SageMaker

• Parâmetros do pipeline

• Etapa de pipeline

• Código L ift-and-shift Python com o decorador @step
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• Passe dados entre as etapas

• Etapas do pipeline de cache

• Política de repetição para etapas do pipeline

• Execução seletiva das etapas do pipeline

• Cálculo de linha de base, detecção de desvios, ciclo de vida e ClarifyCheck etapas QualityCheck 
no Amazon Model Building Pipelines SageMaker

• Programar a execução do pipeline

• Integração SageMaker com Amazon Experiments

• Modo local

• Solução de problemas do Amazon SageMaker Model Building Pipelines

Estrutura e execução do pipeline

Tópicos

• Estrutura do pipeline

• Execução de pipeline usando configuração de paralelismo

Estrutura do pipeline

Uma instância SageMaker do Amazon Model Building Pipelines é composta por nameparameters, 
e. steps Os nomes dos pipelines devem ser exclusivos dentro de um par (account, region). 
Todos os parâmetros usados nas definições de etapas devem ser definidos no pipeline. As etapas 
do pipeline listadas determinam automaticamente sua ordem de execução de acordo com as 
dependências de dados de umas com as outras. O serviço SageMaker Pipelines resolve as relações 
entre as etapas no DAG de dependência de dados para criar uma série de etapas que a execução 
conclui. Veja a seguir um exemplo de uma estrutura de pipeline:

from sagemaker.workflow.pipeline import Pipeline 
   
  pipeline_name = f"AbalonePipeline" 
  pipeline = Pipeline( 
      name=pipeline_name, 
      parameters=[ 
          processing_instance_type,  
          processing_instance_count, 
          training_instance_type, 

Amazon SageMaker Model Building Pipelines 4882



Amazon SageMaker Guia do Desenvolvedor

          model_approval_status, 
          input_data, 
          batch_data, 
      ], 
      steps=[step_process, step_train, step_eval, step_cond], 
  )

Execução de pipeline usando configuração de paralelismo

Por padrão, um pipeline executa todas as etapas disponíveis para execução paralela. Você pode 
controlar esse comportamento usando a propriedade ParallelismConfiguration ao criar ou 
atualizar um pipeline, bem como ao iniciar ou tentar a execução de um pipeline novamente.

As configurações de paralelismo são aplicadas por execução. Por exemplo, se duas execuções 
forem iniciadas, cada uma poderá executar no máximo 50 etapas simultaneamente, totalizando 100 
etapas em execução simultânea. Além disso, as ParallelismConfigurations especificadas 
ao iniciar, tentar novamente ou atualizar uma execução têm precedência sobre as configurações de 
paralelismo definidas no pipeline.

Example Criar uma execução de pipeline com ParallelismConfiguration

pipeline = Pipeline( 
        name="myPipeline", 
        steps=[step_process, step_train] 
    ) 

  pipeline.create(role, parallelism_config={"MaxParallelExecutionSteps": 50}) 
       

Gerenciamento de acesso do IAM

As seções a seguir descrevem os requisitos AWS Identity and Access Management (IAM) para 
o Amazon SageMaker Model Building Pipelines. Para obter um exemplo de como você pode 
implementar essas permissões, consulte Pré-requisitos.

Tópicos

• Permissões de perfil de pipeline

• Permissões de etapa de pipeline

• Personalize o gerenciamento de acesso para trabalhos do SageMaker Pipelines

• Políticas de controle de serviço com pipelines
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Permissões de perfil de pipeline

Seu pipeline exige uma função de execução do pipeline do IAM que é passada para os SageMaker 
pipelines quando você cria um pipeline. A função da SageMaker instância que está criando o pipeline 
deve ter a iam:PassRole permissão para a função de execução do pipeline para poder transmiti-la. 
Para obter mais informações sobre as funções do IAM, consulte Funções do IAM.

Seu perfil de execução de pipeline requer as seguintes permissões:

• Para passar qualquer função para um SageMaker trabalho em um pipeline, a iam:PassRole
permissão para a função que está sendo passada. 

• Permissões Create e Describe para cada um dos tipos de trabalho no pipeline.

• Permissões do Amazon S3 para usar o perfil JsonGet. Você pode controlar o acesso aos 
recursos do Amazon S3 usando uma política baseada em identidade ou em recursos. Uma 
política baseada em recursos é aplicada ao seu bucket do Amazon S3 e SageMaker concede aos 
Pipelines acesso ao bucket. Uma política baseada em identidade dá ao seu pipeline a capacidade 
de fazer chamadas para o Amazon S3 a partir da sua conta. Para obter mais informações sobre as 
políticas baseadas em identidades e em recursos, consulte Políticas baseadas em identidade e em 
recursos.

{ 
    "Action": [ 
        "s3:GetObject" 
    ], 
    "Resource": "arn:aws:s3:::<your-bucket-name>/*", 
    "Effect": "Allow"
}

Permissões de etapa de pipeline

SageMaker Os pipelines incluem etapas que executam SageMaker trabalhos. Para que as etapas do 
pipeline executem esses trabalhos, elas exigem um perfil do IAM em sua conta que forneça acesso 
ao recurso necessário. Essa função é passada para o responsável pelo SageMaker serviço pelo seu 
pipeline. Para obter mais informações sobre perfis do IAM, consulte Perfis do IAM.

Por padrão, cada etapa assume o perfil de execução do pipeline. Opcionalmente, você pode 
transmitir um perfil diferente para qualquer uma das etapas do seu pipeline. Isso garante que o 
código em cada etapa não tenha a capacidade de impactar os recursos usados em outras etapas, 
a menos que haja uma relação direta entre as duas etapas especificadas na definição do pipeline. 
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Você transmite esses perfis ao definir o processador ou o estimador para sua etapa. Para ver 
exemplos de como incluir essas funções nessas definições, consulte a documentação do SDK do 
SageMaker Python.

Personalize o gerenciamento de acesso para trabalhos do SageMaker Pipelines

Você pode personalizar ainda mais suas políticas do IAM para que membros selecionados em sua 
organização possam executar qualquer uma ou todas as etapas do pipeline. Por exemplo, você 
pode dar permissão a determinados usuários para criar trabalhos de treinamento, a outro grupo de 
usuários permissão para criar trabalhos de processamento e a todos os seus usuários permissão 
para executar as etapas restantes. Para usar esse recurso, selecione uma string personalizada 
que prefixa o nome do seu trabalho. Seu administrador acrescenta o prefixo aos ARNs permitidos, 
enquanto seu cientista de dados inclui esse prefixo nas instanciações do pipeline. Como a política do 
IAM para usuários permitidos contém um ARN do trabalho com o prefixo especificado, os trabalhos 
subsequentes da etapa do pipeline têm as permissões necessárias para continuar. O prefixo do 
trabalho está desativado por padrão: você deve ativar essa opção em sua classe Pipeline para 
usá-la.

Para trabalhos com prefixo desativado, o nome do trabalho é formatado conforme mostrado e é uma 
concatenação de campos descritos na tabela a seguir:

pipelines-<executionId>-<stepNamePrefix>-<entityToken>-<failureCount>

Campo Definição

pipelines Uma string estática sempre 
prefixada. Essa string identific 
a o serviço de orquestração 
do pipeline como a origem do 
trabalho.

executionId Um buffer aleatório para a 
instância em execução do 
pipeline.

stepNamePrefix O nome da etapa especific 
ada pelo usuário (fornecido 
no argumento name da etapa 
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Campo Definição

do pipeline), limitado aos 
primeiros 20 caracteres.

entityToken Um token aleatório para 
garantir a idempotência da 
entidade da etapa.

failureCount O número atual de novas 
tentativas para concluir o 
trabalho.

Nesse caso, nenhum prefixo personalizado é anexado ao nome do trabalho e a política do IAM 
correspondente deve corresponder a essa string.

Para usuários que ativam o prefixo do trabalho, o nome do trabalho subjacente assume o seguinte 
formato, com o prefixo personalizado especificado como MyBaseJobName:

< MyBaseJobName > - <executionId>- <entityToken>- <failureCount>

O prefixo personalizado substitui a pipelines string estática para ajudar você a restringir a seleção 
de usuários que podem executar o SageMaker trabalho como parte de um pipeline.

Restrições de comprimento de prefixo

Os nomes dos trabalhos têm restrições internas de comprimento específicas para etapas individuais 
do pipeline. Essa restrição também limita o comprimento do prefixo permitido. Os requisitos de 
comprimento do prefixo são os seguintes:

Etapa de pipeline Comprimento do prefixo

TrainingStep , ModelStep , TransformStep ,
ProcessingStep , ClarifyCheckStep , QualityCh 
eckStep , RegisterModelStep

38

TuningStep , AutoML 6
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Aplique prefixos de trabalho a uma política do IAM

Seu administrador cria políticas do IAM, permitindo que usuários de prefixos específicos criem 
trabalhos. O exemplo de política a seguir permite que cientistas de dados criem trabalhos de 
treinamento se usarem o prefixo MyBaseJobName.

{ 
    "Action": "sagemaker:CreateTrainingJob", 
    "Effect": "Allow", 
    "Resource": [ 
        "arn:aws:sagemaker:region:account-id:*/MyBaseJobName-*" 
    ]
}

Aplicar prefixos de trabalho às instanciações do pipeline

Especifique seu prefixo com o argumento *base_job_name da classe da instância de trabalho.

Note

Transmita o prefixo do trabalho com o argumento *base_job_name para a instância 
do trabalho antes de criar uma etapa do pipeline. Essa instância de trabalho contém as 
informações necessárias para que o trabalho seja executado como uma etapa em um 
pipeline. Esse argumento varia de acordo com a instância de trabalho usada. A lista a seguir 
mostra qual argumento usar para cada tipo de etapa do pipeline:

• base_job_name para as classes Estimator (TrainingStep), Processor
(ProcessingStep) e AutoML (AutoMLStep)

• tuning_base_job_name para a classe Tuner (TuningStep)

• transform_base_job_name para a classe Transformer (TransformStep)

• base_job_name de CheckJobConfig para as classes QualityCheckStep (Quality 
Check) e ClarifyCheckstep (Clarify Check)

• Para a classe Model, o argumento usado depende de você executar create ou
register no seu modelo antes de transmitir o resultado para ModelStep

• Se você chamar create, o prefixo personalizado virá do argumento name quando você 
construir seu modelo (ou seja, Model(name=))
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• Se você chamar register, o prefixo personalizado virá do argumento
model_package_name da sua chamada para register (ou seja,
my_model.register(model_package_name=))

O exemplo a seguir mostra como especificar um prefixo para uma nova instância do trabalho de 
treinamento.

# Create a job instance
xgb_train = Estimator( 
    image_uri=image_uri, 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    output_path=model_path, 
    role=role, 
    subnets=["subnet-0ab12c34567de89f0"], 
    base_job_name="MyBaseJobName" 
    security_group_ids=["sg-1a2bbcc3bd4444e55"], 
    tags = [ ... ] 
    encrypt_inter_container_traffic=True,  
)

# Attach your job instance to a pipeline step
step_train = TrainingStep( 
    name="TestTrainingJob", 
    estimator=xgb_train,  
    inputs={ 
        "train": TrainingInput(...),  
        "validation": TrainingInput(...)  
    }
)

O prefixo do trabalho está desativado por padrão. Para optar por esse recurso, use a opção
use_custom_job_prefix de PipelineDefinitionConfig conforme mostrado no trecho a 
seguir:

from sagemaker.workflow.pipeline_definition_config import PipelineDefinitionConfig 
         
# Create a definition configuration and toggle on custom prefixing
definition_config = PipelineDefinitionConfig(use_custom_job_prefix=True);
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# Create a pipeline with a custom prefix 
 pipeline = Pipeline( 
     name="MyJobPrefixedPipeline", 
     parameters=[...] 
     steps=[...] 
     pipeline_definition_config=definition_config
)

Criar e executar seu pipeline. O exemplo a seguir cria e executa um pipeline e também demonstra 
como você pode desativar o prefixo de trabalhos e executá-lo novamente.

pipeline.create(role_arn=sagemaker.get_execution_role())

# Optionally, call definition() to confirm your prefixed job names are in the built 
 JSON
pipeline.definition()
pipeline.start() 
       
# To run a pipeline without custom-prefixes, toggle off use_custom_job_prefix, update 
 the pipeline  
# via upsert() or update(), and start a new run
definition_config = PipelineDefinitionConfig(use_custom_job_prefix=False)
pipeline.pipeline_definition_config = definition_config
pipeline.update()
execution = pipeline.start()

Da mesma forma, você pode ativar o recurso para pipelines existentes e iniciar uma nova execução 
que usa prefixos de trabalho.

definition_config = PipelineDefinitionConfig(use_custom_job_prefix=True)
pipeline.pipeline_definition_config = definition_config
pipeline.update()
execution = pipeline.start()

Por fim, você pode visualizar seu trabalho com prefixo personalizado chamando a execução do 
pipeline list_steps.

steps = execution.list_steps()

prefixed_training_job_name = steps['PipelineExecutionSteps'][0]['Metadata']
['TrainingJob']['Arn']
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Políticas de controle de serviço com pipelines

As políticas de controle de serviço (SCPs) são um tipo de política organizacional que você pode 
usar para gerenciar permissões na sua organização. As SCPs oferecem controle central sobre 
as permissões máximas disponíveis para todas as contas da organização. Ao usar SageMaker 
Pipelines em sua organização, você pode garantir que os cientistas de dados gerenciem suas 
execuções de pipeline sem precisar interagir com o AWS console. 

Se você estiver usando uma VPC com seu SCP que restringe o acesso ao Amazon S3, você precisa 
tomar medidas para permitir que seu pipeline acesse outros recursos do Amazon S3.

Para permitir que os SageMaker pipelines acessem o Amazon S3 fora da sua VPC com a função, 
atualize JsonGet o SCP da sua organização para garantir que a função que usa os SageMaker 
pipelines possa acessar o Amazon S3. Para fazer isso, crie uma exceção para funções que estão 
sendo usadas pelo executor do SageMaker Pipelines por meio da função de execução do pipeline 
usando uma tag principal e uma chave de condição.

Para permitir que SageMaker Pipelines acessem o Amazon S3 fora da sua VPC

1. Crie uma tag exclusiva para sua função de execução do pipeline seguindo as etapas em Como 
marcar usuários e funções do IAM.

2. Conceda uma exceção em seu SCP usando a chave de condição Aws:PrincipalTag IAM da 
tag que você criou. Para obter mais informações, consulte Criar, atualizar e excluir políticas de 
controle de serviço.

Support entre contas para pipelines SageMaker

Você pode usar o suporte entre contas para Amazon SageMaker Model Building Pipelines para 
compartilhar entidades de pipeline entre AWS contas e acessar pipelines compartilhados por meio de 
chamadas diretas de API.

Configurar o compartilhamento de pipeline entre contas

SageMaker usa o AWSResource Access Manager (AWSRAM) para ajudar você a compartilhar com 
segurança suas entidades de funil entre contas.

Criar o compartilhamento de um recurso

1. Selecione Criar um compartilhamento de recursos por meio do console do AWS RAM.
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2. Ao especificar detalhes do compartilhamento de recursos, escolha o tipo de recurso SageMaker 
Pipelines e selecione um ou mais pipelines que você deseja compartilhar. Quando você 
compartilha um pipeline com qualquer outra conta, todas as suas execuções também são 
compartilhadas implicitamente.

3. Associar permissões a um compartilhamento de recursos. Escolha a política de permissão 
padrão somente leitura ou a política de permissão de execução estendida do pipeline. 
Para obter mais informações detalhadas, consulte Políticas de permissão para recursos do 
SageMaker Pipelines.

Note

Se você selecionar a política de execução estendida do pipeline, observe que todos os 
comandos de início, interrupção e repetição chamados por contas compartilhadas usam 
recursos na conta da AWS que compartilhou o pipeline.

4. Use IDs de conta da AWS para especificar as contas às quais você deseja conceder acesso aos 
seus recursos compartilhados.

5. Revise sua configuração de compartilhamento de recursos e selecione Criar compartilhamento 
de recursos. Pode levar alguns minutos para que os compartilhamentos de recursos e as 
associações principais sejam concluídos.

Para obter mais informações, consulte Compartilhar seus recursos da AWS no Guia do usuário do 
Resource Access Manager da AWS.

Receba respostas para seu convite de compartilhamento de recursos

Depois que o compartilhamento de recursos e as associações principais são definidas, as contas 
da AWS especificadas receberão um convite para participar desse compartilhamento. As contas da 
AWS devem aceitar o convite para obter acesso a todos os recursos compartilhados.

Para obter mais informações sobre como aceitar um convite de compartilhamento de recursos 
por meio de AWS RAM, consulte Usando AWS recursos compartilhados no Guia do Usuário do 
Resource Access Manager da AWS.

Políticas de permissão para recursos do SageMaker Pipelines

Ao criar seu compartilhamento de recursos, escolha uma das duas políticas de permissão 
compatíveis para associar ao tipo de recurso do SageMaker pipeline. Ambas as políticas concedem 
acesso a qualquer pipeline selecionado e a todas as suas execuções.
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Permissões somente leitura padrão

A política AWSRAMDefaultPermissionSageMakerPipeline permite as seguintes ações somente 
leitura:

"sagemaker:DescribePipeline"
"sagemaker:DescribePipelineDefinitionForExecution"    
"sagemaker:DescribePipelineExecution"
"sagemaker:ListPipelineExecutions"
"sagemaker:ListPipelineExecutionSteps"
"sagemaker:ListPipelineParametersForExecution"
"sagemaker:Search"

Permissões estendidas de execução de pipeline

A política AWSRAMPermissionSageMakerPipelineAllowExecution inclui todas as permissões 
de somente leitura da política padrão e também permite que contas compartilhadas iniciem, parem e 
tentem novamente as execuções do pipeline.

Note

Esteja atento ao uso de recursos AWS ao usar a política estendida de permissão de 
execução do pipeline. Com essa política, as contas compartilhadas podem iniciar, 
interromper e repetir as execuções do pipeline. Todos os recursos usados para execuções 
de funis compartilhados são consumidos pela conta do proprietário.

A política de permissão de execução de pipeline estendida permite as seguintes ações:

"sagemaker:DescribePipeline"
"sagemaker:DescribePipelineDefinitionForExecution"    
"sagemaker:DescribePipelineExecution"
"sagemaker:ListPipelineExecutions"
"sagemaker:ListPipelineExecutionSteps"
"sagemaker:ListPipelineParametersForExecution"
"sagemaker:StartPipelineExecution"
"sagemaker:StopPipelineExecution"
"sagemaker:RetryPipelineExecution"
"sagemaker:Search"                
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Acesse entidades de pipeline compartilhadas por meio de chamadas diretas de API

Depois que o compartilhamento de pipeline entre contas estiver configurado, você poderá chamar as 
seguintes ações de SageMaker API usando um ARN de pipeline:

Note

Você só pode chamar comandos da API se eles estiverem incluídos nas permissões 
associadas ao seu compartilhamento de recursos. Se você selecionar a política
AWSRAMPermissionSageMakerPipelineAllowExecution, os comandos start, stop e 
retry usarão recursos na conta da AWS que compartilhou o pipeline.

• DescribePipeline

• DescribePipelineDefinitionForExecution

• DescribePipelineExecution

• ListPipelineExecutions

• ListPipelineExecutionSteps

• ListPipelineParametersForExecution

• StartPipelineExecution

• StopPipelineExecution

• RetryPipelineExecution

Parâmetros do pipeline

Você pode introduzir variáveis na definição do seu pipeline usando parâmetros. Você pode 
referenciar os parâmetros que você define em toda a definição do pipeline. Os parâmetros têm 
um valor padrão, que você pode substituir especificando os valores dos parâmetros ao iniciar 
a execução de um pipeline. O valor padrão deve ser uma instância que corresponda ao tipo de 
parâmetro. Todos os parâmetros usados nas definições de etapas devem ser definidos na definição 
do pipeline. O Amazon SageMaker Model Building Pipelines oferece suporte aos seguintes tipos de 
parâmetros:

• ParameterString: representando um parâmetro de string.

• ParameterInteger: representando um parâmetro inteiro.

• ParameterFloat: representando um parâmetro flutuante.
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• ParameterBoolean: representando um tipo booleano de Python.

Os grupos e parâmetros têm o seguinte formato:

<parameter> = <parameter_type>( 
    name="<parameter_name>", 
    default_value=<default_value>
)

O exemplo a seguir mostra uma implementação de parâmetros de exemplo.

from sagemaker.workflow.parameters import ( 
    ParameterInteger, 
    ParameterString, 
    ParameterFloat, 
    ParameterBoolean
)

processing_instance_count = ParameterInteger( 
    name="ProcessingInstanceCount", 
    default_value=1
)

Você passa o parâmetro ao criar seu pipeline, conforme mostrado no exemplo a seguir.

pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[ 
        processing_instance_count 
    ], 
    steps=[step_process]
)

Também é possível passar um valor de parâmetro diferente do padrão para uma execução de 
pipeline, conforme mostrado no exemplo a seguir.

execution = pipeline.start( 
    parameters=dict( 
        ProcessingInstanceCount="2", 
        ModelApprovalStatus="Approved" 
    )
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)

Você pode manipular parâmetros com funções do SDK do SageMaker Python, como. 
sagemaker.workflow.functions.Join Para obter mais informações sobre parâmetros, 
consulte Parâmetros de SageMaker pipelines.

Para ver as limitações conhecidas dos parâmetros dos SageMaker pipelines, consulte Limitações — 
Parametrização no SDK do Amazon Python SageMaker .

Etapa de pipeline

SageMaker As tubulações são compostas por etapas. Essas etapas definem as ações que o pipeline 
executa e as relações entre as etapas usando propriedades.

Tópicos

• Tipos de etapas

• Propriedades da etapa

• Paralelismo de etapas

• Dependência de dados entre etapas

• Dependência personalizada entre etapas

• Use uma imagem personalizada em uma etapa

Tipos de etapas

O seguinte descreve os requisitos de cada tipo de etapa e fornece um exemplo de implantação 
da etapa. Essas não são implantações funcionais porque não fornecem os recursos e as entradas 
necessários. Para obter um tutorial que implementa essas etapas, consulte Crie e gerencie 
SageMaker pipelines.

Note

Você também pode criar uma etapa a partir do seu código de aprendizado de máquina local 
convertendo-a em uma etapa do SageMaker Pipelines com o @step decorador. Para ter 
mais informações, consulte decorador @step.

O Amazon SageMaker Model Building Pipelines oferece suporte aos seguintes tipos de etapas:
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• Processamento

• Treinamento

• Ajustar

• AutoML

• Model

• CreateModel

• RegisterModel

• Transformação

• Condição

• Callback

• Lambda

• ClarifyCheck

• QualityCheck

• EMR

• Notebook Job

• Falha

decorador @step

Você pode criar uma etapa a partir do código de aprendizado de máquina local usando o @step
decorador. Depois de testar seu código, você pode converter a função em uma etapa do SageMaker 
pipeline anotando-a com o @step decorador. SageMaker O Pipelines cria e executa um pipeline 
quando você passa a saída da função @step -decorada como uma etapa para o seu pipeline. 
Você também pode criar um pipeline DAG de várias etapas que inclua uma ou mais funções
@step decoradas, bem como etapas tradicionais SageMaker do pipeline. Para obter mais detalhes 
sobre como criar uma etapa com o @step decorador, consulteCódigo L ift-and-shift Python com o 
decorador @step.

Processamento de etapa

Use uma etapa de processamento para criar um trabalho de processamento para processamento de 
dados. Para obter mais informações sobre trabalhos de processamento, consulte Processar dados e 
avaliar modelos.
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Uma etapa de processamento requer um processador, um script Python que defina o código de 
processamento, as saídas para processamento e os argumentos do trabalho. O exemplo a seguir 
mostra como criar uma definição de ProcessingStep.

from sagemaker.sklearn.processing import SKLearnProcessor

sklearn_processor = SKLearnProcessor(framework_version='1.0-1', 
                                     role=<role>, 
                                     instance_type='ml.m5.xlarge', 
                                     instance_count=1)

from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep

inputs = [ 
    ProcessingInput(source=<input_data>, destination="/opt/ml/processing/input"),
]

outputs = [ 
    ProcessingOutput(output_name="train", source="/opt/ml/processing/train"), 
    ProcessingOutput(output_name="validation", source="/opt/ml/processing/validation"), 
    ProcessingOutput(output_name="test", source="/opt/ml/processing/test")
]

step_process = ProcessingStep( 
    name="AbaloneProcess", 
    step_args = sklearn_processor.run(inputs=inputs, outputs=outputs, 
        code="abalone/preprocessing.py")
)

Passe parâmetros de tempo de execução

O exemplo a seguir mostra como passar parâmetros de tempo de execução de um PySpark 
processador para umProcessingStep.

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.spark.processing import PySparkProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep

pipeline_session = PipelineSession()
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pyspark_processor = PySparkProcessor( 
    framework_version='2.4', 
    role=<role>, 
    instance_type='ml.m5.xlarge', 
    instance_count=1, 
    sagemaker_session=pipeline_session,
)

step_args = pyspark_processor.run( 
    inputs=[ProcessingInput(source=<input_data>, destination="/opt/ml/processing/
input"),], 
    outputs=[ 
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train"), 
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/
validation"), 
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test") 
    ], 
    code="preprocess.py", 
    arguments=None,
)

step_process = ProcessingStep( 
    name="AbaloneProcess", 
    step_args=step_args,
)

Para obter mais informações sobre os requisitos das etapas de processamento, consulte
sagemaker.workflow.steps. ProcessingStepdocumentação. Para obter um exemplo detalhado, 
consulte Definir uma etapa de processamento para engenharia de recursos no caderno de exemplo
Orchestrate Jobs to Training and Evaluate Models with Amazon SageMaker Pipelines.

Etapa de treinamento

Você usa uma etapa de treinamento para criar um trabalho de treinamento para treinar um modelo. 
Para obter mais informações sobre trabalhos de treinamento, consulte Treinar um modelo com a 
Amazon SageMaker.

Uma etapa de treinamento requer um estimador, bem como entradas de dados de treinamento 
e validação. Os exemplos a seguir mostram como criar uma definição de TrainingStep. 
Para obter mais informações sobre os requisitos das etapas de treinamento, consulte
sagemaker.workflow.steps. TrainingStepdocumentação.
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from sagemaker.workflow.pipeline_context import PipelineSession

from sagemaker.inputs import TrainingInput
from sagemaker.workflow.steps import TrainingStep

from sagemaker.xgboost.estimator import XGBoost

pipeline_session = PipelineSession()

xgb_estimator = XGBoost(..., sagemaker_session=pipeline_session)

step_args = xgb_estimator.fit( 
    inputs={ 
        "train": TrainingInput( 
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "train" 
            ].S3Output.S3Uri, 
            content_type="text/csv" 
        ), 
        "validation": TrainingInput( 
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "validation" 
            ].S3Output.S3Uri, 
            content_type="text/csv" 
        ) 
    }
)

step_train = TrainingStep( 
    name="TrainAbaloneModel", 
    step_args=step_args,
)

Etapa de Ajuste

Você usa uma etapa de ajuste para criar um trabalho de ajuste de hiperparâmetros, também 
conhecido como otimização de hiperparâmetros (HPO). Um trabalho de ajuste de hiperparâmetros 
executa vários trabalhos de treinamento, cada um produzindo uma versão do modelo. Para obter 
mais informações sobre ajuste de hiperparâmetros, consulte Execute o ajuste automático do modelo 
com SageMaker.
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O trabalho de ajuste está associado ao SageMaker experimento do pipeline, com os trabalhos de 
treinamento criados como testes. Para ter mais informações, consulte Integração de experimentos.

Uma etapa de ajuste requer uma HyperparameterTunere entradas de treinamento. Você pode 
retreinar trabalhos de ajuste anteriores especificando o parâmetro warm_start_config do
HyperparameterTuner. Para obter mais informações sobre ajuste de hiperparâmetros e 
inicialização a quente, consulte Executar um trabalho de ajuste de hiperparâmetros de inicialização a 
quente.

Você usa o método get_top_model_s3_uri do sagemaker.workflow.steps. TuningStepclasse 
para obter o artefato do modelo de uma das versões do modelo de melhor desempenho. Para 
um notebook que mostra como usar uma etapa de ajuste em um SageMaker pipeline, consulte
sagemaker-pipelines-tuning-step.ipynb.

Important

As etapas de ajuste foram introduzidas no Amazon SageMaker Python SDK v2.48.0 e no 
Amazon Studio Classic v3.8.0. SageMaker Você deve atualizar o Studio Classic antes de 
usar uma etapa de ajuste, caso contrário, o DAG do pipeline não será exibido. Para atualizar 
o Studio Classic, consulteDesligue e atualize o SageMaker Studio Classic.

Os exemplos a seguir mostram como criar uma definição de TuningStep.

from sagemaker.workflow.pipeline_context import PipelineSession

from sagemaker.tuner import HyperparameterTuner
from sagemaker.inputs import TrainingInput
from sagemaker.workflow.steps import TuningStep

tuner = HyperparameterTuner(..., sagemaker_session=PipelineSession()) 
     
step_tuning = TuningStep( 
    name = "HPTuning", 
    step_args = tuner.fit(inputs=TrainingInput(s3_data="s3://my-bucket/my-data"))
)

Obtenha a melhor versão do modelo

O exemplo a seguir mostra como obter a melhor versão do modelo do trabalho de ajuste usando 
o método get_top_model_s3_uri. No máximo, as 50 versões com melhor desempenho estão 

Amazon SageMaker Model Building Pipelines 4900

https://sagemaker.readthedocs.io/en/stable/api/training/tuner.html
https://sagemaker.readthedocs.io/en/stable/workflows/pipelines/sagemaker.workflow.pipelines.html#sagemaker.workflow.steps.TuningStep.get_top_model_s3_uri
https://sagemaker.readthedocs.io/en/stable/workflows/pipelines/sagemaker.workflow.pipelines.html#sagemaker.workflow.steps.TuningStep
https://github.com/aws/amazon-sagemaker-examples/blob/master/sagemaker-pipelines/tabular/tuning-step/sagemaker-pipelines-tuning-step.ipynb


Amazon SageMaker Guia do Desenvolvedor

disponíveis, classificadas de acordo com HyperParameterTuningJobObjective. O top_k argumento 
é um índice das versões, onde top_k=0 está a versão com melhor desempenho e top_k=49 a 
versão com pior desempenho.

best_model = Model( 
    image_uri=image_uri, 
    model_data=step_tuning.get_top_model_s3_uri( 
        top_k=0, 
        s3_bucket=sagemaker_session.default_bucket() 
    ), 
    ...
)

Para obter mais informações sobre os requisitos das etapas de ajuste, consulte
sagemaker.workflow.steps. TuningStepdocumentação.

Etapa do AutoML

Use a API AutoML para criar um trabalho do AutoML para treinar automaticamente um modelo. Para 
obter mais informações sobre trabalhos do AutoML, consulte Automatize o desenvolvimento de 
modelos com o Amazon Autopilot. SageMaker

Note

Atualmente, a etapa do AutoML oferece suporte somente ao modo de treinamento em 
conjunto.

Os exemplos a seguir mostram como criar uma definição usando AutoMLStep.

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.workflow.automl_step import AutoMLStep

pipeline_session = PipelineSession()

auto_ml = AutoML(..., 
    role="<role>", 
    target_attribute_name="my_target_attribute_name", 
    mode="ENSEMBLING", 
    sagemaker_session=pipeline_session)  

input_training = AutoMLInput( 
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    inputs="s3://my-bucket/my-training-data", 
    target_attribute_name="my_target_attribute_name", 
    channel_type="training",
)
input_validation = AutoMLInput( 
    inputs="s3://my-bucket/my-validation-data", 
    target_attribute_name="my_target_attribute_name", 
    channel_type="validation",
)

step_args = auto_ml.fit( 
    inputs=[input_training, input_validation]
)

step_automl = AutoMLStep( 
    name="AutoMLStep", 
    step_args=step_args,
)      

Obtenha a melhor versão do modelo

A etapa do AutoML treina automaticamente vários candidatos a modelos. Você pode 
obter o modelo com a melhor métrica objetiva do trabalho do AutoML usando o método
get_best_auto_ml_model e uma role IAM para acessar os artefatos do modelo da seguinte 
forma.

best_model = step_automl.get_best_auto_ml_model(role=<role>)

Para obter mais informações, consulte a etapa do AutoML no SDK do Python SageMaker .

Etapa do modelo

Use a ModelStep para criar ou registrar um SageMaker modelo. Para obter mais informações sobre
ModelStep os requisitos, consulte o sagemaker.workflow.model_step. ModelStepdocumentação.

Criar um modelo

Você pode usar a ModelStep para criar um SageMaker modelo. A ModelStep exige artefatos 
do modelo e informações sobre o tipo de SageMaker instância que você precisa usar para criar o 
modelo. Para obter mais informações sobre SageMaker modelos, consulte Treinar um modelo com a 
Amazon SageMaker.

O exemplo a seguir mostra como criar uma definição de ModelStep.

Amazon SageMaker Model Building Pipelines 4902

https://sagemaker.readthedocs.io/en/stable/workflows/pipelines/sagemaker.workflow.pipelines.html#sagemaker.workflow.automl_step.AutoMLStep
https://sagemaker.readthedocs.io/en/stable/workflows/pipelines/sagemaker.workflow.pipelines.html#sagemaker.workflow.model_step.ModelStep
https://docs.aws.amazon.com/sagemaker/latest/dg/how-it-works-training.html
https://docs.aws.amazon.com/sagemaker/latest/dg/how-it-works-training.html


Amazon SageMaker Guia do Desenvolvedor

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.model import Model
from sagemaker.workflow.model_step import ModelStep

step_train = TrainingStep(...)
model = Model( 
    image_uri=pytorch_estimator.training_image_uri(), 
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
    sagemaker_session=PipelineSession(), 
    role=role,
)

step_model_create = ModelStep( 
   name="MyModelCreationStep", 
   step_args=model.create(instance_type="ml.m5.xlarge"),
)

Registrar um modelo

Você pode usar ModelStep a para registrar um sagemaker.model.Model ou um no 
registro sagemaker.pipeline.PipelineModel de SageMaker modelos da Amazon. Um
PipelineModel representa um pipeline de inferência, que é um modelo composto por uma 
sequência linear de contêineres que processam solicitações de inferência. Para obter mais 
informações sobre como registrar um modelo, consulte Registrar e implantar modelos com o Registro 
do modelo.

O exemplo a seguir mostra como criar um ModelStep que registra a PipelineModel.

import time

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.sklearn import SKLearnModel
from sagemaker.xgboost import XGBoostModel

pipeline_session = PipelineSession()

code_location = 's3://{0}/{1}/code'.format(bucket_name, prefix)

sklearn_model = SKLearnModel( 
   
 model_data=processing_step.properties.ProcessingOutputConfig.Outputs['model'].S3Output.S3Uri, 
   entry_point='inference.py', 
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   source_dir='sklearn_source_dir/', 
   code_location=code_location, 
   framework_version='1.0-1', 
   role=role, 
   sagemaker_session=pipeline_session, 
   py_version='py3'
)

xgboost_model = XGBoostModel( 
   model_data=training_step.properties.ModelArtifacts.S3ModelArtifacts, 
   entry_point='inference.py', 
   source_dir='xgboost_source_dir/', 
   code_location=code_location, 
   framework_version='0.90-2', 
   py_version='py3', 
   sagemaker_session=pipeline_session, 
   role=role
)

from sagemaker.workflow.model_step import ModelStep
from sagemaker import PipelineModel

pipeline_model = PipelineModel( 
   models=[sklearn_model, xgboost_model], 
   role=role,sagemaker_session=pipeline_session,
)

register_model_step_args = pipeline_model.register( 
    content_types=["application/json"], 
   response_types=["application/json"], 
   inference_instances=["ml.t2.medium", "ml.m5.xlarge"], 
   transform_instances=["ml.m5.xlarge"], 
   model_package_group_name='sipgroup',
)

step_model_registration = ModelStep( 
   name="AbaloneRegisterModel", 
   step_args=register_model_step_args,
)
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CreateModel Etapa

Important

Recomendamos usar Etapa do modelo para criar modelos a partir da versão 2.90.0 do SDK 
do Python SageMaker . CreateModelStepcontinuará funcionando nas versões anteriores 
do SDK do SageMaker Python, mas não tem mais suporte ativo.

Você usa uma CreateModel etapa para criar um SageMaker modelo. Para obter mais informações 
sobre SageMaker modelos, consulte Treinar um modelo com a Amazon SageMaker.

A etapa de criação do modelo requer artefatos do modelo e informações sobre o tipo de SageMaker 
instância que você precisa usar para criar o modelo. O exemplo a seguir mostra como criar uma 
definição de uma etapa CreateModel. Para obter mais informações sobre os requisitos das
CreateModel etapas, consulte sagemaker.workflow.steps. CreateModelStepdocumentação.

from sagemaker.workflow.steps import CreateModelStep

step_create_model = CreateModelStep( 
    name="AbaloneCreateModel", 
    model=best_model, 
    inputs=inputs
)

RegisterModel Etapa

Important

Recomendamos usar Etapa do modelo para registrar modelos a partir da versão 2.90.0 
do SDK do Python SageMaker . RegisterModelcontinuará funcionando nas versões 
anteriores do SDK do SageMaker Python, mas não tem mais suporte ativo.

Você usa uma RegisterModel etapa para registrar um SageMaker.model.Model ou um
sagemaker.pipeline. PipelineModelcom o registro de SageMaker modelos da Amazon. Um
PipelineModel representa um pipeline de inferência, que é um modelo composto por uma 
sequência linear de contêineres que processam solicitações de inferência.
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Para obter mais informações sobre como registrar um modelo, consulte Registrar e 
implantar modelos com o Registro do modelo. Para obter mais informações sobre os 
requisitos das RegisterModel etapas, consulte sagemaker.workflow.step_collections. 
RegisterModeldocumentação.

O exemplo a seguir mostra como criar uma etapa RegisterModel que registra um
PipelineModel.

import time
from sagemaker.sklearn import SKLearnModel
from sagemaker.xgboost import XGBoostModel

code_location = 's3://{0}/{1}/code'.format(bucket_name, prefix)

sklearn_model = 
 SKLearnModel(model_data=processing_step.properties.ProcessingOutputConfig.Outputs['model'].S3Output.S3Uri, 
 entry_point='inference.py', 
 source_dir='sklearn_source_dir/', 
 code_location=code_location, 
 framework_version='1.0-1', 
 role=role, 
 sagemaker_session=sagemaker_session, 
 py_version='py3')

xgboost_model = 
 XGBoostModel(model_data=training_step.properties.ModelArtifacts.S3ModelArtifacts, 
 entry_point='inference.py', 
 source_dir='xgboost_source_dir/', 
 code_location=code_location, 
 framework_version='0.90-2', 
 py_version='py3', 
 sagemaker_session=sagemaker_session, 
 role=role)

from sagemaker.workflow.step_collections import RegisterModel
from sagemaker import PipelineModel
pipeline_model = 
 PipelineModel(models=[sklearn_model,xgboost_model],role=role,sagemaker_session=sagemaker_session)

step_register = RegisterModel( 
 name="AbaloneRegisterModel", 
 model=pipeline_model, 
 content_types=["application/json"], 
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 response_types=["application/json"], 
 inference_instances=["ml.t2.medium", "ml.m5.xlarge"], 
 transform_instances=["ml.m5.xlarge"], 
 model_package_group_name='sipgroup',
)

Se model não for fornecida, a etapa do modelo de registro requer um estimador, conforme mostrado 
no exemplo a seguir.

from sagemaker.workflow.step_collections import RegisterModel

step_register = RegisterModel( 
    name="AbaloneRegisterModel", 
    estimator=xgb_train, 
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
    content_types=["text/csv"], 
    response_types=["text/csv"], 
    inference_instances=["ml.t2.medium", "ml.m5.xlarge"], 
    transform_instances=["ml.m5.xlarge"], 
    model_package_group_name=model_package_group_name, 
    approval_status=model_approval_status, 
    model_metrics=model_metrics
)

Etapa de transformação

Você usa uma etapa de transformação para transformação em lote para executar inferência em um 
conjunto de dados inteiro. Para obter mais informações sobre a transformação em lotes, consulte
Executar transformações em lotes com pipelines de inferência.

Uma etapa de transformação requer um transformador e os dados nos quais executar a 
transformação em lote. O exemplo a seguir mostra como criar uma definição de uma etapa
Transform. Para obter mais informações sobre os requisitos das Transform etapas, consulte
sagemaker.workflow.steps. TransformStepdocumentação.

from sagemaker.workflow.pipeline_context import PipelineSession

from sagemaker.transformer import Transformer
from sagemaker.inputs import TransformInput
from sagemaker.workflow.steps import TransformStep

transformer = Transformer(..., sagemaker_session=PipelineSession())
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step_transform = TransformStep( 
    name="AbaloneTransform", 
    step_args=transformer.transform(data="s3://my-bucket/my-data"),
)

Etapa de condição

Você usa uma etapa de condição para avaliar a condição das propriedades da etapa para avaliar 
qual ação deve ser tomada em seguida no pipeline.

Uma etapa de condição requer uma lista de condições, uma lista de etapas a serem executadas se 
a condição avalia como true e uma lista de etapas a serem executadas se a condição avalia como
false. O exemplo a seguir mostra como criar uma definição de ConditionStep.

Limitações

• SageMaker Os pipelines não suportam o uso de etapas de condição aninhadas. Você não pode 
passar uma etapa de condição como entrada para outra etapa de condição.

• Uma etapa de condição não pode usar etapas idênticas nas duas ramificações. Se você precisar 
da mesma funcionalidade de etapa em ambas as ramificações, duplique a etapa e dê a ela um 
nome diferente.

from sagemaker.workflow.conditions import ConditionLessThanOrEqualTo
from sagemaker.workflow.condition_step import ConditionStep
from sagemaker.workflow.functions import JsonGet

cond_lte = ConditionLessThanOrEqualTo( 
    left=JsonGet( 
        step_name=step_eval.name, 
        property_file=evaluation_report, 
        json_path="regression_metrics.mse.value" 
    ), 
    right=6.0
)

step_cond = ConditionStep( 
    name="AbaloneMSECond", 
    conditions=[cond_lte], 
    if_steps=[step_register, step_create_model, step_transform], 
    else_steps=[]
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)

Para obter mais informações sobre ConditionStep os requisitos, consulte o
sagemaker.workflow.condition_step. ConditionStepReferência da API. Para obter mais informações 
sobre as condições suportadas, consulte Amazon SageMaker Model Building Pipelines - Conditions
na documentação do SageMaker Python SDK.

Etapa de retorno de chamada

Você usa uma Callback etapa para incorporar processos e AWS serviços adicionais ao seu fluxo 
de trabalho que não são fornecidos diretamente pelo Amazon SageMaker Model Building Pipelines. 
Quando uma etapa Callback é executada, ocorre o seguinte procedimento:

• SageMaker O Pipelines envia uma mensagem para uma fila do Amazon Simple Queue Service 
(Amazon SQS) especificada pelo cliente. A mensagem contém um token SageMaker gerado 
pelo Pipelines e uma lista de parâmetros de entrada fornecida pelo cliente. Depois de enviar a 
mensagem, a SageMaker Pipelines espera por uma resposta do cliente.

• O cliente recupera a mensagem da fila do Amazon SQS e inicia seu processo personalizado.

• Quando o processo termina, o cliente chama uma das seguintes APIs e envia o token gerado pelo 
Pipelines: SageMaker

• SendPipelineExecutionStepSuccess, junto com uma lista de parâmetros de saída

• SendPipelineExecutionStepFailure, junto com um motivo de falha

• A chamada da API faz com que SageMaker os pipelines continuem o processo do pipeline ou 
falhem no processo.

Para obter mais informações sobre os requisitos das Callback etapas, consulte
sagemaker.workflow.callback_step. CallbackStepdocumentação. Para obter uma solução completa, 
consulte Estender SageMaker pipelines para incluir etapas personalizadas usando etapas de retorno 
de chamada.

Important

Callbacketapas foram introduzidas no Amazon SageMaker Python SDK v2.45.0 e no 
Amazon Studio Classic v3.6.2. SageMaker Você deve atualizar o Studio Classic antes de 
usar uma Callback etapa ou o pipeline DAG não será exibido. Para atualizar o Studio 
Classic, consulteDesligue e atualize o SageMaker Studio Classic.
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O exemplo a seguir demonstra uma implementação do procedimento anterior.

from sagemaker.workflow.callback_step import CallbackStep

step_callback = CallbackStep( 
    name="MyCallbackStep", 
    sqs_queue_url="https://sqs.us-east-2.amazonaws.com/012345678901/MyCallbackQueue", 
    inputs={...}, 
    outputs=[...]
)

callback_handler_code = ' 
    import boto3 
    import json 

    def handler(event, context): 
        sagemaker_client=boto3.client("sagemaker") 

        for record in event["Records"]: 
            payload=json.loads(record["body"]) 
            token=payload["token"] 

            # Custom processing 

            # Call SageMaker to complete the step 
            sagemaker_client.send_pipeline_execution_step_success( 
                CallbackToken=token, 
                OutputParameters={...} 
            )
'

Note

Os parâmetros de saída para CallbackStep não devem ser aninhados. Por exemplo, se 
você usar um dicionário aninhado como parâmetro de saída, o dicionário será tratado como 
uma única string (ex. {"output1": "{\"nested_output1\":\"my-output\"}"}). Se 
você fornecer um valor aninhado, ao tentar se referir a um determinado parâmetro de saída, 
será gerado um erro de cliente que não pode ser testado novamente.

Parando o comportamento
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Um processo de pipeline não para durante a execução de uma etapa Callback.

Quando você chama um processo de pipeline com uma Callback etapa StopPipelineExecutionem 
execução, o SageMaker Pipelines envia uma mensagem adicional do Amazon SQS para a fila 
SQS especificada. O corpo da mensagem SQS contém um campo Status, que está definido como
Stopping. O exemplo a seguir mostra um exemplo de corpo de mensagem SQS.

{ 
  "token": "26vcYbeWsZ", 
  "pipelineExecutionArn": "arn:aws:sagemaker:us-east-2:012345678901:pipeline/callback-
pipeline/execution/7pinimwddh3a", 
  "arguments": { 
    "number": 5, 
    "stringArg": "some-arg", 
    "inputData": "s3://sagemaker-us-west-2-012345678901/abalone/abalone-dataset.csv" 
  }, 
  "status": "Stopping"
}

Você deve adicionar lógica ao seu consumidor de mensagens do Amazon SQS para realizar 
qualquer ação necessária (por exemplo, limpeza de recursos) após o recebimento da 
mensagem, seguida por uma chamada a SendPipelineExecutionStepSuccess ou
SendPipelineExecutionStepFailure.

Somente quando o SageMaker Pipelines recebe uma dessas chamadas, isso interrompe o processo 
do pipeline.

Etapa do Lambda

Você usa uma etapa do Lambda para executar uma função AWS Lambda. Você pode executar 
uma função Lambda existente ou SageMaker criar e executar uma nova função Lambda. Para 
um notebook que mostra como usar uma etapa do Lambda em um SageMaker pipeline, consulte 
sagemaker-pipelines-lambda-step .ipynb.

Important

As etapas do Lambda foram introduzidas no Amazon SageMaker Python SDK v2.51.0 e 
no Amazon Studio Classic v3.9.1. SageMaker Você deve atualizar o Studio Classic antes 
de usar uma etapa do Lambda ou o pipeline DAG não será exibido. Para atualizar o Studio 
Classic, consulteDesligue e atualize o SageMaker Studio Classic.
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SageMaker fornece a classe SageMaker.lambda_helper.Lambda para criar, atualizar, invocar e 
excluir funções Lambda. Lambdatem a seguinte assinatura.

Lambda( 
    function_arn,       # Only required argument to invoke an existing Lambda function 

    # The following arguments are required to create a Lambda function: 
    function_name, 
    execution_role_arn, 
    zipped_code_dir,    # Specify either zipped_code_dir and s3_bucket, OR script 
    s3_bucket,          # S3 bucket where zipped_code_dir is uploaded 
    script,             # Path of Lambda function script 
    handler,            # Lambda handler specified as "lambda_script.lambda_handler" 
    timeout,            # Maximum time the Lambda function can run before the lambda 
 step fails 
    ...
)

O sagemaker.workflow.lambda_step. LambdaStepclasse tem um lambda_func argumento do 
tipoLambda. Para invocar uma função do Lambda existente, o único requisito é fornecer o nome 
do recurso da Amazon (ARN) da função para function_arn. Se você não fornecer um valor para
function_arn, deverá especificar handler uma das seguintes opções:

• zipped_code_dir: o caminho da função do Lambda compactada

s3_bucket: bucket do Amazon S3 onde zipped_code_dir deve ser carregado

• script: o caminho do arquivo de script da função do Lambda

O exemplo a seguir mostra como criar uma definição de etapa Lambda que invoca uma função do 
Lambda existente.

from sagemaker.workflow.lambda_step import LambdaStep
from sagemaker.lambda_helper import Lambda

step_lambda = LambdaStep( 
    name="ProcessingLambda", 
    lambda_func=Lambda( 
        function_arn="arn:aws:lambda:us-west-2:012345678910:function:split-dataset-
lambda" 
    ), 
    inputs={ 
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        s3_bucket = s3_bucket, 
        data_file = data_file 
    }, 
    outputs=[ 
        "train_file", "test_file" 
    ]
)

O exemplo a seguir mostra como criar uma definição de etapa Lambda que cria e invoca uma função 
do Lambda usando um script de função do Lambda.

from sagemaker.workflow.lambda_step import LambdaStep
from sagemaker.lambda_helper import Lambda

step_lambda = LambdaStep( 
    name="ProcessingLambda", 
    lambda_func=Lambda( 
      function_name="split-dataset-lambda", 
      execution_role_arn=execution_role_arn, 
      script="lambda_script.py", 
      handler="lambda_script.lambda_handler", 
      ... 
    ), 
    inputs={ 
        s3_bucket = s3_bucket, 
        data_file = data_file 
    }, 
    outputs=[ 
        "train_file", "test_file" 
    ]
)

Entradas e saídas

Se sua função Lambda tiver entradas ou saídas, elas também devem ser definidas em sua etapa
Lambda.

Note

Os parâmetros de entrada e saída não devem ser aninhados. Por exemplo, se você usar 
um dicionário aninhado como parâmetro de saída, o dicionário será tratado como uma única 
string (ex. {"output1": "{\"nested_output1\":\"my-output\"}"}). Se você 
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fornecer um valor aninhado e tentar referenciá-lo posteriormente, será gerado um erro de 
cliente que não pode ser repetido.

Ao definir a etapa Lambda, inputs deve ser um dicionário de pares de valores-chave. Cada valor 
do inputs dicionário deve ser de um tipo primitivo (string, número inteiro ou flutuante). Não há 
suporte para objetos aninhados. Se não for definido, o inputs valor padrão será None.

O outputs valor deve ser uma lista de chaves. Essas chaves se referem a um dicionário definido na 
saída da Lambda função. Por exemplo inputs, essas chaves devem ser de tipos primitivos e não 
há suporte para objetos aninhados.

Tempo limite e comportamento de parada

A Lambda classe tem um timeout argumento que especifica o tempo máximo que a função do 
Lambda pode ser executada. O valor padrão é de 120 segundos, com máximo de 10 minutos. Se a 
função do Lambda estiver em execução quando o tempo limite for atingido, a etapa Lambda falhará; 
no entanto, a função do Lambda continuará em execução.

Um processo de pipeline não pode ser interrompido enquanto uma etapa do Lambda está em 
execução porque a função do Lambda invocada pela etapa do Lambda não pode ser interrompida. 
Se você tentar interromper o processo enquanto a função do Lambda estiver em execução, o 
pipeline aguardará a conclusão da função do Lambda ou até que o tempo limite seja atingido, o que 
ocorrer primeiro, e depois será interrompido. Se a função do Lambda terminar, o status do processo 
do pipeline será Stopped. Se o tempo limite for atingido, o status do processo do pipeline será
Failed.

ClarifyCheck Etapa

Você pode usar a etapa ClarifyCheck para realizar verificações de oscilação da linha de base 
em relação às linhas de base anteriores para análise de viés e explicabilidade do modelo. Em 
seguida, você pode gerar e registrar suas linhas de base com o método model.register()
e passar a saída desse método para Etapa do modelo usando step_args. Essas linhas de 
base para verificação de deriva podem ser usadas pelo Amazon SageMaker Model Monitor para 
seus endpoints de modelo, para que você não precise fazer uma sugestão de linha de base 
separadamente. A etapa ClarifyCheck também pode extrair linhas de base para verificação 
de oscilação do registro do modelo. A ClarifyCheck etapa aproveita o contêiner pré-construído 
Amazon SageMaker Clarify, que fornece uma variedade de recursos de monitoramento de modelos, 

Amazon SageMaker Model Building Pipelines 4914

https://docs.aws.amazon.com/sagemaker/latest/dg/pipelines-quality-clarify-baseline-lifecycle.html#pipelines-quality-clarify-baseline-calculations
https://sagemaker.readthedocs.io/en/stable/amazon_sagemaker_model_building_pipeline.html#model-step
https://docs.aws.amazon.com/sagemaker/latest/dg/model-monitor-create-baseline.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-monitor-create-baseline.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-monitor-create-baseline.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-monitor-create-baseline.html


Amazon SageMaker Guia do Desenvolvedor

incluindo sugestão de restrições e validação de restrições em relação a uma determinada linha de 
base. Para obter mais informações, consulte Introdução a um contêiner do SageMaker Clarify.

Configurando a etapa ClarifyCheck

Você pode configurar a etapa ClarifyCheck para realizar somente um dos seguintes tipos de 
verificação sempre que ela for usada em um pipeline.

• Verificação de viés de dados

• Verificação de viés do modelo

• Verificação da explicabilidade do modelo

Para fazer isso, defina o parâmetro clarify_check_config com um dos seguintes valores de tipo 
de verificação:

• DataBiasCheckConfig

• ModelBiasCheckConfig

• ModelExplainabilityCheckConfig

A ClarifyCheck etapa inicia uma tarefa de processamento que executa o contêiner pré-
construído do SageMaker Clarify e requer configurações dedicadas para a verificação e a tarefa de 
processamento. ClarifyCheckConfige CheckJobConfig são funções auxiliares para essas 
configurações que estão alinhadas com a forma como a tarefa de processamento do SageMaker 
Clarify calcula para verificar o viés do modelo, o viés de dados ou a explicabilidade do modelo. Para 
ter mais informações, consulte Execute trabalhos de processamento do SageMaker Clarify para 
análise de viés e explicabilidade.

Controlar os comportamentos das etapas para verificação de oscilação

A etapa ClarifyCheck requer os dois sinalizadores booleanos a seguir para controlar seu 
comportamento:

• skip_check: esse parâmetro indica se a verificação de oscilação em relação à linha de base 
anterior foi ignorada ou não. Se estiver definido como False, a linha de base anterior do tipo de 
verificação configurado deverá estar disponível.

• register_new_baseline: esse parâmetro indica se uma linha de base recém-calculada pode 
ser acessada por meio da propriedade de etapa BaselineUsedForDriftCheckConstraints. 
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Se estiver definido como False, a linha de base anterior do tipo de verificação configurado 
também deve estar disponível. Isso pode ser acessado através da propriedade
BaselineUsedForDriftCheckConstraints.

Para ter mais informações, consulte Cálculo de linha de base, detecção de desvios, ciclo de vida e 
ClarifyCheck etapas QualityCheck no Amazon Model Building Pipelines SageMaker .

Trabalhar com linhas de base

Opcionalmente, você pode especificar o model_package_group_name para localizar a 
linha de base existente e a etapa ClarifyCheck extrai o pacote de modelo aprovado mais 
recente DriftCheckBaselines no grupo de pacotes de modelos. Ou você pode fornecer 
uma linha de base anterior por meio do parâmetro supplied_baseline_constraints. Se 
você especificar o model_package_group_name e o supplied_baseline_constraints, 
a etapa ClarifyCheck usará a linha de base especificada pelo parâmetro
supplied_baseline_constraints.

Para obter mais informações sobre como usar os requisitos das ClarifyCheck etapas, consulte
sagemaker.workflow.steps. ClarifyCheckStepno Amazon SageMaker SageMaker SDK para Python. 
Para um notebook Amazon SageMaker Studio Classic que mostra como usar o ClarifyCheck step 
in SageMaker Pipelines, consulte sagemaker-pipeline-model-monitor-clarify-steps.ipynb.

Example Crie uma etapa ClarifyCheck para verificação de viés de dados

from sagemaker.workflow.check_job_config import CheckJobConfig
from sagemaker.workflow.clarify_check_step import DataBiasCheckConfig, ClarifyCheckStep
from sagemaker.workflow.execution_variables import ExecutionVariables

check_job_config = CheckJobConfig( 
    role=role, 
    instance_count=1, 
    instance_type="ml.c5.xlarge", 
    volume_size_in_gb=120, 
    sagemaker_session=sagemaker_session,
)

data_bias_data_config = DataConfig( 
    
 s3_data_input_path=step_process.properties.ProcessingOutputConfig.Outputs["train"].S3Output.S3Uri, 
    s3_output_path=Join(on='/', values=['s3:/', your_bucket, base_job_prefix, 
 ExecutionVariables.PIPELINE_EXECUTION_ID, 'databiascheckstep']), 
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    label=0, 
    dataset_type="text/csv", 
    s3_analysis_config_output_path=data_bias_analysis_cfg_output_path,
)

data_bias_config = BiasConfig( 
    label_values_or_threshold=[15.0], facet_name=[8], facet_values_or_threshold=[[0.5]] 
   
)

data_bias_check_config = DataBiasCheckConfig( 
    data_config=data_bias_data_config, 
    data_bias_config=data_bias_config,
)h

data_bias_check_step = ClarifyCheckStep( 
    name="DataBiasCheckStep", 
    clarify_check_config=data_bias_check_config, 
    check_job_config=check_job_config, 
    skip_check=False, 
    register_new_baseline=False 
   supplied_baseline_constraints="s3://sagemaker-us-west-2-111122223333/baseline/
analysis.json", 
    model_package_group_name="MyModelPackageGroup"
)

QualityCheck Etapa

Você pode usar a etapa QualityCheck para realizar sugestões de linha de base e verificar 
oscilações em relação a uma linha de base anterior para verificar a qualidade dos dados ou a 
qualidade do modelo em um pipeline. Em seguida, você pode gerar e registrar suas linhas de 
base com o método model.register() e passar a saída desse método para Etapa do modelo
usando step_args. O Model Monitor pode usar essas linhas de base para verificar a oscilação 
dos endpoints do modelo, para que você não precise fazer uma sugestão de linha de base 
separadamente. A etapa QualityCheck também pode extrair linhas de base para verificação 
de oscilação do registro do modelo. A QualityCheck etapa aproveita o contêiner pré-construído 
Amazon SageMaker Model Monitor, que tem uma variedade de recursos de monitoramento de 
modelos, incluindo sugestão de restrições, geração de estatísticas e validação de restrições em 
relação a uma linha de base. Para ter mais informações, consulte Contêiner pré-construído Amazon 
SageMaker Model Monitor.
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Configurando a etapa QualityCheck

Você pode configurar a etapa QualityCheck para realizar somente um dos seguintes tipos de 
verificação sempre que ela for usada em um pipeline.

• Verificação de qualidade de dados

• Verificação de qualidade do modelo

Para fazer isso, defina o parâmetro quality_check_config com um dos seguintes valores de tipo 
de verificação:

• DataQualityCheckConfig

• ModelQualityCheckConfig

A etapa QualityCheck inicia um trabalho de processamento que executa o contêiner pré-
construído do Model Monitor e requer configurações dedicadas para a verificação e o trabalho de 
processamento. As QualityCheckConfig e CheckJobConfig são funções auxiliares para essas 
configurações que estão alinhadas com a forma como o Model Monitor cria uma linha de base para 
a qualidade do modelo ou o monitoramento da qualidade dos dados. Para obter mais informações 
sobre as sugestões de linha de base do Model Monitor, consulte Criar uma linha de base e Criar uma 
linha de base de qualidade do modelo.

Controlar os comportamentos das etapas para verificação de oscilação

A etapa QualityCheck requer os dois sinalizadores booleanos a seguir para controlar seu 
comportamento:

• skip_check: esse parâmetro indica se a verificação de oscilação em relação à linha de base 
anterior foi ignorada ou não. Se estiver definido como False, a linha de base anterior do tipo de 
verificação configurado deverá estar disponível.

• register_new_baseline: esse parâmetro indica se uma linha de base 
recém-calculada pode ser acessada por meio das propriedades da etapa
BaselineUsedForDriftCheckConstraints e BaselineUsedForDriftCheckStatistics. 
Se estiver definido como False, a linha de base anterior do tipo de verificação configurado 
também deve estar disponível. Eles podem ser acessados por meio das propriedades
BaselineUsedForDriftCheckConstraints e BaselineUsedForDriftCheckStatistics.
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Para ter mais informações, consulte Cálculo de linha de base, detecção de desvios, ciclo de vida e 
ClarifyCheck etapas QualityCheck no Amazon Model Building Pipelines SageMaker .

Trabalhar com linhas de base

Você pode especificar uma linha de base anterior diretamente por meio dos parâmetros
supplied_baseline_statistics e supplied_baseline_constraints, ou pode 
simplesmente especificar model_package_group_name e a etapa QualityCheck
extrai DriftCheckBaselines no pacote de modelo aprovado mais recente no grupo 
de pacotes de modelos. Quando você especifica a model_package_group_name, a
supplied_baseline_constraints e supplied_baseline_statistics, a etapa
QualityCheck usa a linha de base especificada por supplied_baseline_constraints e
supplied_baseline_statistics no tipo de verificação da etapa QualityCheck que você está 
executando.

Para obter mais informações sobre como usar os requisitos das QualityCheck etapas, consulte
sagemaker.workflow.steps. QualityCheckStepno Amazon SageMaker SageMaker SDK para Python. 
Para um notebook Amazon SageMaker Studio Classic que mostra como usar o QualityCheck step 
in SageMaker Pipelines, consulte sagemaker-pipeline-model-monitor-clarify-steps.ipynb.

Example Crie uma etapa QualityCheck para verificação da qualidade dos dados

from sagemaker.workflow.check_job_config import CheckJobConfig
from sagemaker.workflow.quality_check_step import DataQualityCheckConfig, 
 QualityCheckStep
from sagemaker.workflow.execution_variables import ExecutionVariables

check_job_config = CheckJobConfig( 
    role=role, 
    instance_count=1, 
    instance_type="ml.c5.xlarge", 
    volume_size_in_gb=120, 
    sagemaker_session=sagemaker_session,
)

data_quality_check_config = DataQualityCheckConfig( 
    
 baseline_dataset=step_process.properties.ProcessingOutputConfig.Outputs["train"].S3Output.S3Uri, 
    dataset_format=DatasetFormat.csv(header=False, output_columns_position="START"), 
    output_s3_uri=Join(on='/', values=['s3:/', your_bucket, base_job_prefix, 
 ExecutionVariables.PIPELINE_EXECUTION_ID, 'dataqualitycheckstep'])
)
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data_quality_check_step = QualityCheckStep( 
    name="DataQualityCheckStep", 
    skip_check=False, 
    register_new_baseline=False, 
    quality_check_config=data_quality_check_config, 
    check_job_config=check_job_config, 
    supplied_baseline_statistics="s3://sagemaker-us-west-2-555555555555/baseline/
statistics.json", 
    supplied_baseline_constraints="s3://sagemaker-us-west-2-555555555555/baseline/
constraints.json", 
    model_package_group_name="MyModelPackageGroup"
)

Etapa do EMR

Você pode usar a etapa EMR do Amazon SageMaker Model Building Pipelines para processar 
etapas do Amazon EMR em um cluster do Amazon EMR em execução ou fazer com que o pipeline 
crie e gerencie um cluster do Amazon EMR para você. Para obter mais informações sobre o Amazon 
EMR, consulte o Conceitos básicos do Amazon EMR.

A etapa do EMR exige que EMRStepConfig inclua a localização do arquivo JAR a ser usado pelo 
cluster do Amazon EMR e quaisquer argumentos a serem passados. Você também fornece o ID 
do cluster do Amazon EMR se quiser executar a etapa em um cluster do EMR em execução, ou 
a configuração do cluster se quiser que a etapa do EMR seja executada em um cluster que ele 
cria, gerencia e encerra para você. As seções a seguir incluem exemplos e links para exemplos de 
cadernos que demonstram os dois métodos.

Note

• As etapas do EMR exigem que a função passada para seu pipeline tenha 
permissões adicionais. Você deve anexar a política gerenciada da AWS:
AmazonSageMakerPipelinesIntegrations à sua função de pipeline ou garantir que 
a função inclua as permissões dessa política.

• A etapa do EMR não é compatível com o EMR sem servidor, nem com o Amazon EMR no 
EKS.

• Se você processar uma etapa do EMR em um cluster em execução, só poderá usar um 
cluster que esteja em um dos seguintes estados: STARTING, BOOTSTRAPPING, RUNNING
ou WAITING.
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• Se você processar etapas do EMR em um cluster em execução, poderá ter no máximo 
256 etapas do EMR em um estado PENDING em um cluster do EMR. As etapas do 
EMR enviadas além desse limite resultam em falha na execução do pipeline. Você pode 
considerar usar Política de repetição para etapas do pipeline.

• Você pode especificar o ID ou a configuração do cluster, mas não ambos.

• A etapa do EMR depende da Amazon EventBridge para monitorar as 
mudanças na etapa do EMR ou no estado do cluster. Se você processa seu 
trabalho do Amazon EMR em um cluster em execução, a etapa do EMR usa 
a regra SageMakerPipelineExecutionEMRStepStatusUpdateRule
para monitorar o estado da etapa do EMR. Se você processa seu trabalho 
em um cluster criado pela etapa do EMR para você, a etapa usa a regra
SageMakerPipelineExecutionEMRClusterStatusRule para monitorar as 
alterações no estado do cluster. Se você encontrar alguma dessas EventBridge regras 
em sua AWS conta, não as exclua, caso contrário, sua etapa do EMR poderá não ser 
concluída.

Inicie um novo trabalho em um cluster do Amazon EMR em execução

Se você quiser iniciar um novo trabalho em um cluster do Amazon EMR em execução, transmita o 
ID do cluster como uma string para o argumento cluster_id de EMRStep. O exemplo a seguir 
demonstra esse procedimento.

from sagemaker.workflow.emr_step import EMRStep, EMRStepConfig

emr_config = EMRStepConfig( 
    jar="jar-location", # required, path to jar file used 
    args=["--verbose", "--force"], # optional list of arguments to pass to the jar 
    main_class="com.my.Main1", # optional main class, this can be omitted if jar above 
 has a manifest  
    properties=[ # optional list of Java properties that are set when the step runs 
    { 
        "key": "mapred.tasktracker.map.tasks.maximum", 
        "value": "2" 
    }, 
    { 
        "key": "mapreduce.map.sort.spill.percent", 
        "value": "0.90" 
   }, 
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   { 
       "key": "mapreduce.tasktracker.reduce.tasks.maximum", 
       "value": "5" 
    } 
  ]
)

step_emr = EMRStep ( 
    name="EMRSampleStep", # required 
    cluster_id="j-1ABCDEFG2HIJK", # include cluster_id to use a running cluster 
    step_config=emr_config, # required 
    display_name="My EMR Step", 
    description="Pipeline step to execute EMR job"
)

Para ver um exemplo de notebook que orienta você em um exemplo completo, consulte  SageMaker 
Pipelines EMR Step With Running EMR Cluster.

Inicie um novo trabalho em um cluster do Amazon EMR em execução

Se você quiser iniciar um novo trabalho em um novo cluster EMRStep criado para você, forneça sua 
configuração de cluster como um dicionário com a mesma estrutura de uma RunJobFlowsolicitação. 
No entanto, não inclua os seguintes campos na configuração do cluster:

• [Name]

• [Steps]

• [AutoTerminationPolicy]

• [Instances][KeepJobFlowAliveWhenNoSteps]

• [Instances][TerminationProtected]

Todos os outros argumentos RunJobFlow estão disponíveis para uso na configuração do cluster. 
Para obter detalhes sobre a sintaxe da solicitação, consulte RunJobFlow.

O exemplo a seguir passa uma configuração de cluster para uma definição de etapa do EMR, que 
solicita que a etapa inicie um novo trabalho em um novo cluster do EMR. A configuração do cluster 
EMR neste exemplo inclui especificações para os nós primários e principais do cluster EMR. Para 
obter mais informações sobre os tipos de nós do Amazon EMR, consulte Compreender os tipos de 
nós: nós primários, principais e de tarefas.

from sagemaker.workflow.emr_step import EMRStep, EMRStepConfig
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emr_step_config = EMRStepConfig( 
    jar="jar-location", # required, path to jar file used 
    args=["--verbose", "--force"], # optional list of arguments to pass to the jar 
    main_class="com.my.Main1", # optional main class, this can be omitted if jar above 
 has a manifest  
    properties=[ # optional list of Java properties that are set when the step runs 
    { 
        "key": "mapred.tasktracker.map.tasks.maximum", 
        "value": "2" 
    }, 
    { 
        "key": "mapreduce.map.sort.spill.percent", 
        "value": "0.90" 
   }, 
   { 
       "key": "mapreduce.tasktracker.reduce.tasks.maximum", 
       "value": "5" 
    } 
  ]
)

# include your cluster configuration as a dictionary
emr_cluster_config = { 
    "Applications": [ 
        { 
            "Name": "Spark",  
        } 
    ], 
    "Instances":{ 
        "InstanceGroups":[ 
            { 
                "InstanceRole": "MASTER", 
                "InstanceCount": 1, 
                "InstanceType": "m5.2xlarge" 
            }, 
            { 
                "InstanceRole": "CORE", 
                "InstanceCount": 2, 
                "InstanceType": "m5.2xlarge" 
            } 
        ] 
    }, 
    "BootstrapActions":[], 
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    "ReleaseLabel": "emr-6.6.0", 
    "JobFlowRole": "job-flow-role", 
    "ServiceRole": "service-role"
}

emr_step = EMRStep( 
    name="emr-step", 
    cluster_id=None, 
    display_name="emr_step", 
    description="MyEMRStepDescription", 
    step_config=emr_step_config, 
    cluster_config=emr_cluster_config
)

Para ver uma amostra de caderno que orienta você em um exemplo completo, consulte  SageMaker 
Pipelines EMR Step With Cluster Lifecycle Management.

Etapa de trabalho do notebook

Use a NotebookJobStep para executar seu SageMaker Notebook Job de forma não interativa 
como uma etapa do pipeline. Para obter mais informações sobre trabalhos do SageMaker Notebook, 
consulteSageMaker Empregos em notebooks.

A NotebookJobStep requer no mínimo um notebook de entrada, URI de imagem e nome do 
kernel. Para obter mais informações sobre os requisitos da etapa do Notebook Job e outros 
parâmetros que você pode definir para personalizar sua etapa, consulte sagemaker.workflow.steps. 
NotebookJobStep.

O exemplo a seguir usa argumentos mínimos para definir NotebookJobStep a.

from sagemaker.workflow.notebook_job_step import NotebookJobStep

notebook_job_step = NotebookJobStep( 
    input_notebook=input_notebook, 
    image_uri=image_uri, 
    kernel_name=kernel_name
)

Sua etapa do NotebookJobStep pipeline é tratada como uma tarefa do SageMaker notebook, 
portanto, você pode acompanhar o status da execução no painel de tarefas do notebook Studio 
Classic UI se incluir tags específicas com o tags argumento. Para obter mais detalhes sobre as tags 
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a serem incluídas, consulteVisualize suas tarefas de notebook no painel da interface do usuário do 
Studio.

Além disso, se você agendar o trabalho do notebook usando o SDK do SageMaker Python, só 
poderá especificar determinadas imagens para executar o trabalho do notebook. Para ter mais 
informações, consulte Restrições de imagem para trabalhos de notebook do SageMaker Python 
SDK.

Etapa de falha

Você usa FailStep a para interromper a execução de um Amazon SageMaker Model Building 
Pipelines quando uma condição ou estado desejado não é alcançado e para marcar a execução 
desse pipeline como falhada. Isso FailStep também permite que você insira uma mensagem de 
erro personalizada, indicando a causa da falha na execução do pipeline.

Note

Quando uma FailStep e outras etapas do pipeline são executadas simultaneamente, o 
pipeline não termina até que todas as etapas simultâneas sejam concluídas.

Limitações de uso FailStep

• Você não pode adicionar um FailStep à lista DependsOn de outras etapas. Para ter mais 
informações, consulte Dependência personalizada entre etapas.

• Outras etapas não podem fazer referência ao FailStep. É sempre a última etapa na execução de 
um pipeline.

• Você não pode repetir a execução de um pipeline que termine com a FailStep.

Você pode criar o FailStep ErrorMessage na forma de uma sequência de texto estática. Como 
alternativa, você também pode usar os parâmetros do pipeline, uma operação de junção ou outras
propriedades da etapa para criar uma mensagem de erro mais informativa.

Example

O exemplo de trecho de código a seguir usa um FailStep com um ErrorMessage configurado 
com parâmetros de pipeline e uma Join operação.

from sagemaker.workflow.fail_step import FailStep
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from sagemaker.workflow.functions import Join
from sagemaker.workflow.parameters import ParameterInteger

mse_threshold_param = ParameterInteger(name="MseThreshold", default_value=5)
step_fail = FailStep( 
    name="AbaloneMSEFail", 
    error_message=Join( 
        on=" ", values=["Execution failed due to MSE >", mse_threshold_param] 
    ),
)

Propriedades da etapa

O properties atributo é usado para adicionar dependências de dados entre as etapas do pipeline. 
Essas dependências de dados são então usadas pelos SageMaker pipelines para construir o DAG a 
partir da definição do pipeline. Essas propriedades podem ser referenciadas como valores de espaço 
reservado e são resolvidas em tempo de execução.

O properties atributo de uma etapa do SageMaker Pipelines corresponde ao objeto retornado 
por uma Describe chamada para o tipo de SageMaker tarefa correspondente. Para cada tipo de 
trabalho, a chamada Describe retorna o seguinte objeto de resposta:

• ProcessingStep – DescribeProcessingJob

• TrainingStep – DescribeTrainingJob

• TransformStep – DescribeTransformJob

Para verificar quais propriedades são referenciáveis para cada tipo de etapa durante a criação da 
dependência de dados, consulte Dependência de dados - Referência de propriedades no SDK do 
Amazon Python. SageMaker

Paralelismo de etapas

Quando uma etapa não depende de nenhuma outra etapa, ela é executada imediatamente após 
a execução do pipeline. No entanto, executar muitas etapas do pipeline em paralelo pode esgotar 
rapidamente os recursos disponíveis. Controle o número de etapas simultâneas para a execução de 
um pipeline com ParallelismConfiguration.

O exemplo a seguir é usado ParallelismConfiguration para definir o limite de etapas 
simultâneas como cinco.
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pipeline.create( 
    parallelism_config=ParallelismConfiguration(5),
)

Dependência de dados entre etapas

Você define a estrutura do seu DAG especificando as relações de dados entre as etapas. Para criar 
dependências de dados entre as etapas, transmita as propriedades de uma etapa como entrada para 
outra etapa no pipeline. A etapa que recebe a entrada não é iniciada até que a etapa que fornece a 
entrada termine de ser executada.

Uma dependência de dados usa JsonPath notação no formato a seguir. Esse formato percorre o 
arquivo de propriedades JSON, o que significa que você pode acrescentar <property> quantas 
instâncias forem necessárias para alcançar a propriedade aninhada desejada no arquivo. Para obter 
mais informações sobre JsonPath notação, consulte o JsonPath repositório.

<step_name>.properties.<property>.<property>

O exemplo a seguir mostra como especificar um bucket do Amazon S3 usando a propriedade
ProcessingOutputConfig de uma etapa de processamento.

step_process.properties.ProcessingOutputConfig.Outputs["train_data"].S3Output.S3Uri

Para criar a dependência de dados, passe o bucket para uma etapa de treinamento da seguinte 
forma.

from sagemaker.workflow.pipeline_context import PipelineSession

sklearn_train = SKLearn(..., sagemaker_session=PipelineSession())

step_train = TrainingStep( 
    name="CensusTrain", 
    step_args=sklearn_train.fit(inputs=TrainingInput( 
        s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
            "train_data"].S3Output.S3Uri 
    ))
)
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Para verificar quais propriedades são referenciáveis para cada tipo de etapa durante a criação da 
dependência de dados, consulte Dependência de dados - Referência de propriedades no SDK do 
Amazon Python. SageMaker

Dependência personalizada entre etapas

Quando você especifica uma dependência de dados, o SageMaker Pipelines fornece a conexão de 
dados entre as etapas. Como alternativa, uma etapa pode acessar os dados de uma etapa anterior 
sem usar diretamente os SageMaker Pipelines. Nesse caso, você pode criar uma dependência 
personalizada que diga aos SageMaker Pipelines que não iniciem uma etapa até que a execução de 
outra etapa seja concluída. Você cria uma dependência personalizada especificando o atributo de 
uma etapa DependsOn.

Como exemplo, o exemplo a seguir define uma etapa C que começa somente após a execução da 
etapa A e B da etapa.

{ 
  'Steps': [ 
    {'Name':'A', ...}, 
    {'Name':'B', ...}, 
    {'Name':'C', 'DependsOn': ['A', 'B']} 
  ]
}

SageMaker Os pipelines lançam uma exceção de validação se a dependência criar uma 
dependência cíclica.

O exemplo a seguir cria uma etapa de treinamento que começa após a conclusão da execução de 
uma etapa de processamento.

processing_step = ProcessingStep(...)
training_step = TrainingStep(...)

training_step.add_depends_on([processing_step])

O exemplo a seguir cria uma etapa de treinamento que não começa até que duas etapas de 
processamento diferentes terminem de ser executadas.

processing_step_1 = ProcessingStep(...)
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processing_step_2 = ProcessingStep(...)

training_step = TrainingStep(...)

training_step.add_depends_on([processing_step_1, processing_step_2])

O seguinte fornece uma forma alternativa de criar a dependência personalizada.

training_step.add_depends_on([processing_step_1])
training_step.add_depends_on([processing_step_2])

O exemplo a seguir cria uma etapa de treinamento que recebe informações de uma etapa de 
processamento e aguarda a conclusão da execução de uma etapa de processamento diferente.

processing_step_1 = ProcessingStep(...)
processing_step_2 = ProcessingStep(...)

training_step = TrainingStep( 
    ..., 
    inputs=TrainingInput( 
        s3_data=processing_step_1.properties.ProcessingOutputConfig.Outputs[ 
            "train_data" 
        ].S3Output.S3Uri 
    )

training_step.add_depends_on([processing_step_2])

O exemplo a seguir mostra como recuperar uma lista de strings das dependências personalizadas de 
uma etapa.

custom_dependencies = training_step.depends_on

Use uma imagem personalizada em uma etapa

Você pode usar qualquer uma das imagens disponíveis do SageMaker Deep Learning Container ao 
criar uma etapa em seu pipeline.

Também é possível usar seu próprio contêiner com etapas do pipeline. Como você não pode criar 
uma imagem no Amazon SageMaker Studio Classic, você deve criar sua imagem usando outro 
método antes de usá-la com o Amazon SageMaker Model Building Pipelines.
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Para usar seu próprio contêiner ao criar as etapas do seu pipeline, inclua o URI da imagem na 
definição do estimador. Para obter mais informações sobre como usar seu próprio contêiner com 
SageMaker, consulte Usando contêineres do Docker com SageMaker.

Código L ift-and-shift Python com o decorador @step

O @step decorador é um recurso que converte seu código local de aprendizado de máquina (ML) 
em uma ou mais etapas do pipeline. Você pode escrever sua função de ML da mesma forma que 
faria em qualquer projeto de ML. Depois de testada localmente ou como um trabalho de treinamento 
usando o @remote decorador, você pode converter a função em uma etapa do SageMaker pipeline 
adicionando um @step decorador. Em seguida, você pode passar a saída da chamada da função
@step -decorada como uma etapa para SageMaker Pipelines para criar e executar um pipeline. 
Você também pode encadear uma série de funções com o @step decorador para criar um pipeline 
de gráfico acíclico direcionado (DAG) de várias etapas.

A configuração para usar o @step decorador é a mesma configuração para usar o @remote
decorador. Você pode consultar a documentação da função remota para obter detalhes sobre como
configurar o ambiente e usar um arquivo de configuração para definir padrões. Para obter mais 
informações sobre o @step decorador, consulte sagemaker.workflow.function_step.step.

Para ver exemplos de cadernos que demonstram o uso do @step decorador, consulte exemplos de 
cadernos de anotações @step decorator.

As seções a seguir explicam como você pode anotar seu código de ML local com um @step
decorador para criar uma etapa, criar e executar um pipeline usando a etapa e personalizar a 
experiência para seu caso de uso.

Tópicos

• Crie um pipeline com funções @step decoradas

• Execute um pipeline

• Configure seu pipeline

• Práticas recomendadas

• Limitações

Crie um pipeline com funções @step decoradas

Você pode criar um pipeline convertendo funções do Python em etapas do pipeline usando @step
o decorador, criando dependências entre essas funções para criar um gráfico do pipeline (ou gráfico 
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acíclico direcionado (DAG)) e passando os nós da folha desse gráfico como uma lista de etapas para 
o pipeline. As seções a seguir explicam esse procedimento detalhadamente com exemplos.

Tópicos

• Converter uma função em uma etapa

• Crie dependências entre as etapas

• Use ConditionStep com @step degraus decorados

• Defina um pipeline usando a DelayedReturn saída das etapas

• Criar um pipeline

Converter uma função em uma etapa

Para criar uma etapa usando o @step decorador, anote a função com. @step O exemplo a seguir 
mostra uma função @step -decorada que pré-processa os dados.

from sagemaker.workflow.function_step import step

@step
def preprocess(raw_data): 
    df = pandas.read_csv(raw_data) 
    ... 
    return procesed_dataframe 
     
step_process_result = preprocess(raw_data)

Quando você invoca uma função @step -decorada, SageMaker retorna uma DelayedReturn
instância em vez de executar a função. Uma DelayedReturn instância é um proxy para o retorno 
real dessa função. A DelayedReturn instância pode ser passada para outra função como 
argumento ou diretamente para uma instância do pipeline como uma etapa. Para obter informações 
sobre a DelayedReturn classe, consulte sagemaker.workflow.function_step. DelayedReturn.

Crie dependências entre as etapas

Ao criar uma dependência entre duas etapas, você cria uma conexão entre as etapas no gráfico do 
pipeline. As seções a seguir apresentam várias maneiras de criar uma dependência entre as etapas 
do pipeline.
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Dependências de dados por meio de argumentos de entrada

Passar a DelayedReturn saída de uma função como entrada para outra função cria 
automaticamente uma dependência de dados no pipeline DAG. No exemplo a seguir, passar a
DelayedReturn saída da preprocess função para a train função cria uma dependência entre
preprocess e. train

from sagemaker.workflow.function_step import step

@step
def preprocess(raw_data): 
    df = pandas.read_csv(raw_data) 
    ... 
    return procesed_dataframe

@step
def train(training_data): 
    ... 
    return trained_model

step_process_result = preprocess(raw_data)     
step_train_result = train(step_process_result)

O exemplo anterior define uma função de treinamento que é decorada com@step. Quando essa 
função é invocada, ela recebe a DelayedReturn saída da etapa do pipeline de pré-processamento 
como entrada. A invocação da função de treinamento retorna outra DelayedReturn instância. Essa 
instância contém as informações sobre todas as etapas anteriores definidas nessa função (ou seja, a
preprocess etapa neste exemplo) que formam o pipeline DAG.

No exemplo anterior, a preprocess função retorna um único valor. Para tipos de retorno mais 
complexos, como listas ou tuplas, consulte. Limitações

Defina dependências personalizadas

No exemplo anterior, a train função recebeu a DelayedReturn saída de preprocess e criou 
uma dependência. Se você quiser definir a dependência explicitamente sem passar a saída da 
etapa anterior, use a add_depends_on função com a etapa. Você pode usar a get_step()
função para recuperar a etapa subjacente de sua DelayedReturn instância e, em seguida, chamar
add_depends_on _on com a dependência como entrada. Para ver a definição da get_step()
função, consulte sagemaker.workflow.step_outputs.get_step. O exemplo a seguir mostra como criar 
uma dependência entre preprocess get_step() e train usando e. add_depends_on()
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from sagemaker.workflow.step_outputs import get_step

@step
def preprocess(raw_data): 
    df = pandas.read_csv(raw_data) 
    ... 
    processed_data = .. 
    return s3.upload(processed_data)

@step
def train(): 
    training_data = s3.download(....) 
    ... 
    return trained_model

step_process_result = preprocess(raw_data)     
step_train_result = train()

get_step(step_train_result).add_depends_on(step_process_result)

Transmita dados de e para uma função @step -decorada para uma etapa tradicional do pipeline

Você pode criar um pipeline que inclua uma etapa @step decorada e uma etapa tradicional do 
pipeline e transmita dados entre elas. Por exemplo, você pode usar ProcessingStep para 
processar os dados e passar o resultado para a função de treinamento @step -decorada. No 
exemplo a seguir, uma etapa @step de treinamento decorada faz referência à saída de uma etapa 
de processamento.

# Define processing step

from sagemaker.sklearn.processing import SKLearnProcessor
from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep

sklearn_processor = SKLearnProcessor( 
    framework_version='1.2-1', 
    role='arn:aws:iam::123456789012:role/SagemakerExecutionRole', 
    instance_type='ml.m5.large', 
    instance_count='1',
)

inputs = [ 
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    ProcessingInput(source=input_data, destination="/opt/ml/processing/input"),
]
outputs = [ 
    ProcessingOutput(output_name="train", source="/opt/ml/processing/train"), 
    ProcessingOutput(output_name="validation", source="/opt/ml/processing/validation"), 
    ProcessingOutput(output_name="test", source="/opt/ml/processing/test")
]

process_step = ProcessingStep( 
    name="MyProcessStep", 
    step_args=sklearn_processor.run(inputs=inputs, 
 outputs=outputs,code='preprocessing.py'),
)

# Define a @step-decorated train step which references the  
# output of a processing step

@step
def train(train_data_path, test_data_path): 
    ... 
    return trained_model 
     
step_train_result = train( 
   process_step.properties.ProcessingOutputConfig.Outputs["train"].S3Output.S3Uri, 
   process_step.properties.ProcessingOutputConfig.Outputs["test"].S3Output.S3Uri,
)

Use ConditionStep com @step degraus decorados

SageMaker Os pipelines oferecem suporte a uma ConditionStep classe que avalia os 
resultados das etapas anteriores para decidir qual ação tomar no pipeline. Você também pode usar
ConditionStep com um @step degrau decorado. Para usar a saída de qualquer etapa @step
decorada comConditionStep, insira a saída dessa etapa como argumento paraConditionStep. 
No exemplo a seguir, a etapa de condição recebe a saída da etapa de avaliação do modelo @step -
decorado.

# Define steps

@step(name="evaluate")
def evaluate_model(): 
    # code to evaluate the model 
    return { 
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        "rmse":rmse_value 
    } 
     
@step(name="register")
def register_model(): 
    # code to register the model 
    ...

# Define ConditionStep

from sagemaker.workflow.condition_step import ConditionStep
from sagemaker.workflow.conditions import ConditionGreaterThanOrEqualTo
from sagemaker.workflow.fail_step import FailStep

conditionally_register = ConditionStep( 
    name="conditional_register", 
    conditions=[ 
        ConditionGreaterThanOrEqualTo( 
            # Output of the evaluate step must be json serializable 
            left=evaluate_model()["rmse"],  #  
            right=5, 
        ) 
    ], 
    if_steps=[FailStep(name="Fail", error_message="Model performance is not good 
 enough")], 
    else_steps=[register_model()],
)

Defina um pipeline usando a DelayedReturn saída das etapas

Você define um pipeline da mesma forma, independentemente de usar ou não um @step decorador. 
Ao passar uma DelayedReturn instância para seu pipeline, você não precisa passar uma lista 
completa de etapas para criar o pipeline. O SDK infere automaticamente as etapas anteriores 
com base nas dependências que você define. Todas as etapas anteriores dos Step objetos que 
você passou para o pipeline ou DelayedReturn objetos estão incluídas no gráfico do pipeline. 
No exemplo a seguir, o pipeline recebe o DelayedReturn objeto da train função. SageMaker 
adiciona a preprocess etapa, como uma etapa anterior dotrain, ao gráfico do pipeline.

from sagemaker.workflow.pipeline import Pipeline

pipeline = Pipeline( 
    name="<pipeline-name>", 
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    steps=[step_train_result], 
    sagemaker_session=<sagemaker-session>,
)

Se não houver dados ou dependências personalizadas entre as etapas e você executar várias 
etapas em paralelo, o gráfico do pipeline terá mais de um nó foliar. Passe todos esses nós de folha 
em uma lista para o steps argumento em sua definição de pipeline, conforme mostrado no exemplo 
a seguir:

@step
def process1(): 
    ... 
    return data 
     
@step
def process2(): 
   ... 
   return data 
    
step_process1_result = process1()
step_process2_result = process2()

pipeline = Pipeline( 
    name="<pipeline-name>", 
    steps=[step_process1_result, step_process2_result], 
    sagemaker_session=sagemaker-session,
)

Quando a tubulação é executada, as duas etapas são executadas paralelamente.

Você só passa os nós da folha do gráfico para o pipeline porque os nós da folha contêm informações 
sobre todas as etapas anteriores definidas por meio de dados ou dependências personalizadas. Ao 
compilar o pipeline, SageMaker também infere todas as etapas subsequentes que formam o gráfico 
do pipeline e adiciona cada uma delas como uma etapa separada ao pipeline.

Criar um pipeline

Crie um pipeline chamandopipeline.create(), conforme mostrado no trecho a seguir. Para 
obter detalhescreate(), consulte SageMaker.Workflow.Pipeline.Pipeline.create.

role = "pipeline-role"
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pipeline.create(role)

Quando você chamapipeline.create(), SageMaker compila todas as etapas definidas como 
parte da instância do pipeline. SageMaker carrega a função serializada, os argumentos e todos os 
outros artefatos relacionados à etapa para o Amazon S3.

Os dados residem no bucket do S3 de acordo com a seguinte estrutura:

s3_root_uri/ 
     pipeline_name/ 
        sm_rf_user_ws/ 
            workspace.zip  # archive of the current working directory (workdir) 
         step_name/ 
             timestamp/ 
                arguments/                # serialized function arguments 
                function/                 # serialized function 
                pre_train_dependencies/   # any dependencies and pre_execution scripts 
 provided for the step        
         execution_id/ 
             step_name/ 
                results     # returned output from the serialized function including 
 the model

s3_root_urié definido no arquivo de SageMaker configuração e se aplica a todo o pipeline. Se 
indefinido, o SageMaker bucket padrão será usado.

Note

Sempre que SageMaker compila um pipeline, SageMaker salva as funções, argumentos 
e dependências serializados das etapas em uma pasta com a hora atual. Isso ocorre toda 
vez que você correpipeline.create(),pipeline.update(), pipeline.upsert()
oupipeline.definition().

Execute um pipeline

Inicie uma nova execução de pipeline com a pipeline.start() função, como você faria com 
uma execução de SageMaker pipeline tradicional. Para obter informações sobre a start() função, 
consulte SageMaker.Workflow.Pipeline.start.
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Note

Uma etapa definida usando o @step decorador é executada como um trabalho de 
treinamento. Portanto, esteja ciente dos seguintes limites:

• Limites de instância e limites de tarefas de treinamento em suas contas. Atualize seus 
limites adequadamente para evitar problemas de limitação ou limite de recursos.

• Os custos monetários associados a cada execução de uma etapa de treinamento em 
andamento. Para obter mais detalhes, consulte Amazon SageMaker Pricing.

Recupere resultados de um pipeline executado localmente

Para ver o resultado de qualquer etapa da execução de um pipeline, use execution.result (), 
conforme mostrado no trecho a seguir:

execution = pipeline.start()
execution.result(step_name="train")

Note

SageMaker O Pipelines não oferece suporte execution.result() no modo local.

Você só pode recuperar os resultados de uma etapa por vez. Se o nome da etapa foi gerado por 
SageMaker, você pode recuperar o nome da etapa chamando da list_steps seguinte forma:

execution.list_step()

Execute um pipeline localmente

Você pode executar um pipeline com etapas @step decoradas localmente, como faria com as 
etapas tradicionais do pipeline. Para obter detalhes sobre a execução do pipeline no modo local, 
consulteModo local. Para usar o modo local, forneça a LocalPipelineSession em vez de
SageMakerSession a para sua definição de pipeline, conforme mostrado no exemplo a seguir:

from sagemaker.workflow.function_step import step
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from sagemaker.workflow.pipeline import Pipeline
from sagemaker.workflow.pipeline_context import LocalPipelineSession

@step
def train(): 
    training_data = s3.download(....) 
    ... 
    return trained_model 
     
step_train_result = train()

local_pipeline_session = LocalPipelineSession()

local_pipeline = Pipeline( 
    name="<pipeline-name>", 
    steps=[step_train_result], 
    sagemaker_session=local_pipeline_session # needed for local mode
)

local_pipeline.create(role_arn="role_arn")

# pipeline runs locally
execution = local_pipeline.start()

Configure seu pipeline

É recomendável usar o arquivo de SageMaker configuração para definir os padrões do pipeline. 
Para obter informações sobre o arquivo SageMaker de configuração, consulte Como configurar e 
usar padrões com o SDK do Python SageMaker . Qualquer configuração adicionada ao arquivo 
de configuração se aplica a todas as etapas do pipeline. Se você quiser substituir as opções de 
qualquer uma das etapas, forneça novos valores nos argumentos do @step decorador.

A configuração do @step decorador no arquivo de configuração é idêntica à configuração do
@remote decorador. Para configurar o ARN da função do pipeline e as tags do pipeline no arquivo 
de configuração, use a Pipeline seção mostrada no seguinte trecho:

SchemaVersion: '1.0'
SageMaker: 
  Pipeline: 
    RoleArn: 'arn:aws:iam::555555555555:role/IMRole' 
    Tags: 
    - Key: 'tag_key' 
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      Value: 'tag_value'

Para a maioria dos padrões que você pode definir no arquivo de configuração, você também pode 
substituir passando novos valores para o decorador. @step Por exemplo, você pode substituir o 
tipo de instância definido no arquivo de configuração da sua etapa de pré-processamento, conforme 
mostrado no exemplo a seguir:

@step(instance_type="ml.m5.large")
def preprocess(raw_data): 
    df = pandas.read_csv(raw_data) 
    ... 
    return procesed_dataframe

Alguns argumentos não fazem parte da lista de parâmetros do @step decorador — eles podem ser 
configurados para todo o pipeline somente por meio do SageMaker arquivo de configuração. Eles 
estão listados a seguir:

• sagemaker_session(sagemaker.session.Session): A SageMaker sessão subjacente à 
qual SageMaker delega chamadas de serviço. Se não for especificada, uma sessão será criada 
usando a seguinte configuração padrão:

SageMaker: 
  PythonSDK: 
    Modules: 
      Session: 
        DefaultS3Bucket: 'default_s3_bucket' 
        DefaultS3ObjectKeyPrefix: 'key_prefix'

• custom_file_filter(CustomFileFilter): um CustomFileFilter objeto que especifica 
os diretórios e arquivos locais a serem incluídos na etapa do pipeline. Se não for especificado, 
esse valor será padronizado como. None Para custom_file_filter entrar em vigor, você deve
IncludeLocalWorkdir definir comoTrue. O exemplo a seguir mostra uma configuração que 
ignora todos os arquivos do notebook e os arquivos e diretórios nomeados. data

SchemaVersion: '1.0'
SageMaker: 
  PythonSDK: 
    Modules: 
      RemoteFunction: 
        IncludeLocalWorkDir: true 

Amazon SageMaker Model Building Pipelines 4940



Amazon SageMaker Guia do Desenvolvedor

        CustomFileFilter:  
          IgnoreNamePatterns: # files or directories to ignore 
          - "*.ipynb" # all notebook files 
          - "data" # folder or file named "data"

Para obter mais detalhes sobre como usar IncludeLocalWorkdir comCustomFileFilter, 
consulteComo usar o código modular com o decorador @remote.

• s3_root_uri (str): a pasta raiz do Amazon S3 para a qual SageMaker carrega os arquivos de 
código e os dados. Se não for especificado, o SageMaker bucket padrão será usado.

• s3_kms_key (str): a chave usada para criptografar os dados de entrada e saída. Você só pode 
configurar esse argumento no arquivo de SageMaker configuração e o argumento se aplica a 
todas as etapas definidas no pipeline. Se não for especificado, o valor padrão será. None Veja o 
seguinte trecho para ver um exemplo de configuração de chave KMS do S3:

SchemaVersion: '1.0'
SageMaker: 
  PythonSDK: 
    Modules: 
      RemoteFunction: 
        S3KmsKeyId: 's3kmskeyid' 
        S3RootUri: 's3://my-bucket/my-project

Práticas recomendadas

As seções a seguir sugerem as melhores práticas a serem seguidas ao usar o @step decorador nas 
etapas do pipeline.

Use piscinas quentes

Para uma execução mais rápida das etapas da tubulação, use a funcionalidade de pool quente 
fornecida para trabalhos de treinamento. Você pode ativar a funcionalidade de piscina aquecida 
fornecendo o keep_alive_period_in_seconds argumento ao @step decorador, conforme 
demonstrado no trecho a seguir:

@step( 
   keep_alive_period_in_seconds=900
)
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Para obter mais informações sobre grupos quentes, consulte Treine usando grupos de aquecimento 
gerenciados pelo SageMaker.

Estruture seu diretório

É recomendável usar módulos de código ao usar o @step decorador. Coloque o pipeline.py
módulo, no qual você invoca as funções de etapa e define o pipeline, na raiz do espaço de trabalho. 
A estrutura recomendada é mostrada da seguinte forma:

.
### config.yaml # the configuration file that define the infra settings
### requirements.txt # dependencies
### pipeline.py  # invoke @step-decorated functions and define the pipeline here
### steps/
| ### processing.py
| ### train.py
### data/
### test/

Limitações

Esteja ciente das seguintes limitações ao usar o @step decorador para as etapas do pipeline.

Limitações do argumento da função

Quando você passa um argumento de entrada para a função @step -decorada, as seguintes 
limitações se aplicam:

• Você pode passar oDelayedReturn, Properties (de etapas de outros tipos) e
ExecutionVariable objetos para funções @step -decoradas como argumentos. Parameter
Mas as funções @step -decoradas não suportam JsonGet Join objetos como argumentos.

• Você não pode acessar diretamente uma variável de pipeline a partir de uma @step função. O 
exemplo a seguir produz um erro:

param = ParameterInteger(name="<parameter-name>", default_value=10)

@step
def func(): 
    print(param)

func() # this raises a SerializationError
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• Você não pode aninhar uma variável de pipeline em outro objeto e passá-la para uma @step
função. O exemplo a seguir produz um erro:

param = ParameterInteger(name="<parameter-name>", default_value=10)

@step
def func(arg): 
    print(arg)

func(arg=(param,)) # this raises a SerializationError because param is nested in a 
 tuple

• Como as entradas e saídas de uma função são serializadas, há restrições quanto ao tipo de dados 
que podem ser passados como entrada ou saída de uma função. Consulte a seção Serialização 
e desserialização de dados Invocação de uma função do  para obter mais detalhes. As mesmas 
restrições se aplicam às funções @step decoradas.

• Qualquer objeto que tenha um cliente boto não pode ser serializado, portanto, você não pode 
passar esses objetos como entrada ou saída de uma função @step decorada. Por exemplo, 
classes de cliente do SDK do SageMaker PythonEstimator, como, ePredictor, não
Processor podem ser serializadas.

Importações de funções

Você deve importar as bibliotecas exigidas pela etapa interna em vez de fora da função. 
Se você importá-los no escopo global, corre o risco de uma colisão de importação ao 
serializar a função. Por exemplo, sklearn.pipeline.Pipeline pode ser substituído por.
sagemaker.workflow.pipeline.Pipeline

Referenciando membros filhos do valor de retorno da função

Se você fizer referência a membros filhos do valor de retorno de uma função @step -decorada, as 
seguintes limitações se aplicam:

• Você pode referenciar os membros secundários com [] se o DelayedReturn objeto representar 
uma tupla, lista ou ditado, conforme mostrado no exemplo a seguir:

delayed_return[0]
delayed_return["a_key"]
delayed_return[1]["a_key"]
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• Você não pode descompactar uma saída de tupla ou lista porque o comprimento exato da tupla ou 
lista subjacente não pode ser conhecido quando você invoca a função. O exemplo a seguir produz 
um erro:

a, b, c = func() # this raises ValueError

• Você não pode iterar sobre um DelayedReturn objeto. O exemplo a seguir gera um erro:

for item in func(): # this raises a NotImplementedError

• Você não pode referenciar membros secundários arbitrários com '.'. O exemplo a seguir produz 
um erro:

delayed_return.a_child # raises AttributeError

Recursos de pipeline existentes que não são suportados

Você não pode usar o @step decorador com os seguintes recursos de pipeline:

• Cache de etapas do pipeline

• Execução seletiva

• Arquivos de propriedades

Passe dados entre as etapas

Quando você precisa recuperar informações da saída de uma etapa do pipeline, você pode 
usarJsonGet. JsonGetajuda você a extrair informações do Amazon S3 ou de arquivos de 
propriedades. As seções a seguir explicam os métodos que você pode usar para extrair as saídas
JsonGet das etapas.

Transmita dados entre etapas com o Amazon S3

Você pode usar JsonGet in a ConditionStep para buscar a saída JSON diretamente do Amazon 
S3. O URI do Amazon S3 pode ser uma Std:Join função contendo cadeias de caracteres 
primitivas, variáveis de execução do pipeline ou parâmetros do pipeline. O exemplo a seguir mostra 
como você pode usar JsonGet em umConditionStep:

# Example json file in s3 bucket generated by a processing_step
{ 
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   "Output": [5, 10]
}

cond_lte = ConditionLessThanOrEqualTo( 
    left=JsonGet( 
        step_name="<step-name>", 
        s3_uri="<s3-path-to-json>", 
        json_path="Output[1]" 
    ), 
    right=6.0
)

Se você estiver usando JsonGet com um caminho do Amazon S3 na etapa de condição, deverá 
adicionar explicitamente uma dependência entre a etapa de condição e a etapa que gera a saída 
JSON. No exemplo a seguir, a etapa de condição é criada com uma dependência da etapa de 
processamento:

cond_step = ConditionStep( 
        name="<step-name>", 
        conditions=[cond_lte], 
        if_steps=[fail_step], 
        else_steps=[register_model_step], 
        depends_on=[processing_step],
)

Passe dados entre as etapas com arquivos de propriedades

Use arquivos de propriedades para armazenar informações da saída de uma etapa de 
processamento. Isso é particularmente útil ao analisar os resultados de uma etapa de 
processamento para decidir como uma etapa condicional deve ser executada. A JsonGet função 
processa um arquivo de propriedades e permite que você use a JsonPath notação para consultar 
o arquivo JSON da propriedade. Para obter mais informações sobre JsonPath notação, consulte o
JsonPath repositório.

Para armazenar um arquivo de propriedades para uso posterior, primeiro você deve criar uma 
instância PropertyFile com o formato a seguir. O parâmetro path é o nome do arquivo JSON 
no qual o arquivo de propriedades é salvo. Qualquer um output_name deve corresponder ao
output_name do ProcessingOutput que você define em sua etapa de processamento. Isso 
permite que o arquivo de propriedades capture o ProcessingOutput na etapa.

from sagemaker.workflow.properties import PropertyFile
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<property_file_instance> = PropertyFile( 
    name="<property_file_name>", 
    output_name="<processingoutput_output_name>", 
    path="<path_to_json_file>"
)

Ao criar sua ProcessingStep instância, adicione o property_files parâmetro para listar todos 
os arquivos de parâmetros que o serviço Amazon SageMaker Model Building Pipelines deve indexar. 
Isso salva o arquivo de propriedades para uso posterior.

property_files=[<property_file_instance>]

Para usar seu arquivo de propriedade em uma etapa de condição, adicione a property_file à 
condição que você passa para sua etapa de condição, conforme mostrado no exemplo a seguir, para 
consultar o arquivo JSON da propriedade desejada usando o parâmetro json_path.

cond_lte = ConditionLessThanOrEqualTo( 
    left=JsonGet( 
        step_name=step_eval.name, 
        property_file=<property_file_instance>, 
        json_path="mse" 
    ), 
    right=6.0
)

Para exemplos mais detalhados, consulte Arquivo de propriedades no SDK do Amazon SageMaker 
Python.

Etapas do pipeline de cache

Quando você usa o cache de assinatura de etapas, o SageMaker Pipelines tenta encontrar uma 
execução anterior da etapa atual do pipeline com os mesmos valores para determinados atributos. 
Se encontrado, o SageMaker Pipelines propaga as saídas da execução anterior em vez de recalcular 
a etapa. Os atributos verificados são específicos do tipo de etapa e estão listados em Atributos de 
chave de cache padrão por tipo de etapa do pipeline.

Você deve optar pelo armazenamento em cache por etapas — ele está desativado por padrão. 
Ao ativar o cache de etapas, você também deve definir um tempo limite. Esse tempo limite define 
quantos anos uma corrida anterior pode ter para permanecer candidata à reutilização.
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O cache de etapas considera apenas execuções bem-sucedidas — ele nunca reutiliza execuções 
com falha. Quando existem várias execuções bem-sucedidas dentro do período de tempo limite, o 
SageMaker Pipelines usa o resultado para a execução bem-sucedida mais recente. Se nenhuma 
execução bem-sucedida coincidir no período de tempo limite, o SageMaker Pipelines executa a 
etapa novamente. Se o executor encontrar uma execução anterior que atenda aos critérios, mas 
ainda esteja em andamento, as duas etapas continuarão em execução e atualizarão o cache se 
forem bem-sucedidas.

O cache de etapas tem como escopo apenas pipelines individuais, portanto, você não pode reutilizar 
uma etapa de outro pipeline, mesmo que haja uma correspondência na assinatura da etapa.

O cache de etapas está disponível para os seguintes tipos de etapas:

• Processamento

• Treinamento

• Ajustar

• AutoML

• Transformação

• ClarifyCheck

• QualityCheck

• EMR

Tópicos

• Ativar o cache de etapas

• Desativar o cache de etapas

• Atributos de chave de cache padrão por tipo de etapa do pipeline

• Controle de acesso a dados em cache

Ativar o cache de etapas

Para ativar o cache de etapas, você deve adicionar uma propriedade CacheConfig à definição da 
etapa.

As propriedades CacheConfig usam o seguinte formato no arquivo de definição do pipeline:
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{ 
    "CacheConfig": { 
        "Enabled": false, 
        "ExpireAfter": "<time>" 
    }
}

O campo Enabled indica se o armazenamento em cache está ativado para a etapa específica. Você 
pode definir o campo comotrue, que diz SageMaker para tentar encontrar uma execução anterior 
da etapa com os mesmos atributos. Ou você pode definir o campo comofalse, que diz SageMaker 
para executar a etapa toda vez que o pipeline for executado. ExpireAfteré uma string no formato 
de duração ISO 8601 que define o período de tempo limite. A ExpireAfter duração pode ser um 
valor de ano, mês, semana, dia, hora ou minuto. Cada valor consiste em um número seguido por 
uma letra indicando a unidade de duração. Por exemplo: .

• "30d" = 30 dias

• "5y" = 5 anos

• "T16m" = 16 minutos

• "30dT5h" = 30 dias e 5 horas.

A discussão a seguir descreve o procedimento para ativar o armazenamento em cache para 
pipelines novos ou preexistentes usando o SDK do Amazon Python SageMaker .

Ativar o armazenamento em cache para novos pipelines

Para novos pipelines, inicialize uma instância CacheConfig com enable_caching=True e 
forneça-a como entrada para a etapa do pipeline. O exemplo a seguir ativa o armazenamento em 
cache com um período de tempo limite de 1 hora para uma etapa de treinamento:

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.workflow.steps import CacheConfig 
       
cache_config = CacheConfig(enable_caching=True, expire_after="PT1H")
estimator = Estimator(..., sagemaker_session=PipelineSession())

step_train = TrainingStep( 
    name="TrainAbaloneModel", 
    step_args=estimator.fit(inputs=inputs), 
    cache_config=cache_config
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)

Ativar o armazenamento em cache para pipelines pré-existentes

Para ativar o armazenamento em cache para pipelines preexistentes e já definidos, ative a 
propriedade enable_caching da etapa e defina expire_after como valor de tempo limite. Por 
fim, atualize o pipeline com pipeline.upsert() ou pipeline.update(). Depois de executá-
lo novamente, o exemplo de código a seguir ativa o armazenamento em cache com um período de 
tempo limite de 1 hora para uma etapa de treinamento:

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.workflow.steps import CacheConfig
from sagemaker.workflow.pipeline import Pipeline

cache_config = CacheConfig(enable_caching=True, expire_after="PT1H")
estimator = Estimator(..., sagemaker_session=PipelineSession())

step_train = TrainingStep( 
    name="TrainAbaloneModel", 
    step_args=estimator.fit(inputs=inputs), 
    cache_config=cache_config
)

# define pipeline
pipeline = Pipeline( 
    steps=[step_train]
)

# additional step for existing pipelines
pipeline.update()
# or, call upsert() to update the pipeline
# pipeline.upsert()

Como alternativa, atualize a configuração do cache depois de já ter definido o pipeline (preexistente), 
permitindo a execução contínua de um código. O exemplo de código a seguir demonstra esse 
método:

# turn on caching with timeout period of one hour
pipeline.steps[0].cache_config.enable_caching = True  
pipeline.steps[0].cache_config.expire_after = "PT1H"  
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# additional step for existing pipelines
pipeline.update()
# or, call upsert() to update the pipeline
# pipeline.upsert()

Para exemplos de código mais detalhados e uma discussão sobre como os parâmetros do SDK do 
Python afetam o armazenamento em cache, consulte Configuração de cache na documentação do 
SDK do Amazon Python. SageMaker

Desativar o cache de etapas

Uma etapa do pipeline não será executada novamente se você alterar algum atributo que não esteja 
listado em Atributos de chave de cache padrão por tipo de etapa do pipeline como seu tipo de etapa. 
No entanto, você pode decidir que deseja que a etapa do pipeline seja executada novamente de 
qualquer maneira. Nesse caso, você precisa desativar o cache de etapas.

Para desativar o armazenamento em cache de etapas, defina o Enabled atributo na propriedade
CacheConfig da definição da etapa como false, conforme mostrado no seguinte trecho de código:

{ 
    "CacheConfig": { 
        "Enabled": false, 
        "ExpireAfter": "<time>" 
    }
}

Observe que o atributo ExpireAfter é ignorado quando Enabled é false.

Para desativar o armazenamento em cache de uma etapa do pipeline usando o SDK do Amazon 
SageMaker Python, defina o pipeline da etapa do pipeline, desative enable_caching a 
propriedade e atualize o pipeline.

Depois de executá-lo novamente, o exemplo de código a seguir desativa o armazenamento em 
cache para uma etapa de treinamento:

from sagemaker.workflow.pipeline_context import PipelineSession
from sagemaker.workflow.steps import CacheConfig
from sagemaker.workflow.pipeline import Pipeline

cache_config = CacheConfig(enable_caching=False, expire_after="PT1H")
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estimator = Estimator(..., sagemaker_session=PipelineSession())

step_train = TrainingStep( 
    name="TrainAbaloneModel", 
    step_args=estimator.fit(inputs=inputs), 
    cache_config=cache_config
)

# define pipeline
pipeline = Pipeline( 
    steps=[step_train]
)

# update the pipeline
pipeline.update()
# or, call upsert() to update the pipeline
# pipeline.upsert()

Como alternativa, desative a propriedade enable_caching depois de já ter definido o pipeline, 
permitindo a execução contínua de um código. O exemplo de código a seguir demonstra essa 
solução:

# turn off caching for the training step
pipeline.steps[0].cache_config.enable_caching = False

# update the pipeline
pipeline.update()
# or, call upsert() to update the pipeline
# pipeline.upsert()

Para exemplos de código mais detalhados e uma discussão sobre como os parâmetros do SDK do 
Python afetam o armazenamento em cache, consulte Configuração de cache na documentação do 
SDK do Amazon Python. SageMaker

Atributos de chave de cache padrão por tipo de etapa do pipeline

Ao decidir se deve reutilizar uma etapa anterior do pipeline ou executar novamente a etapa, o 
SageMaker Pipelines verifica se determinados atributos foram alterados. Se o conjunto de atributos 
for diferente de todas as execuções anteriores dentro do período de tempo limite, a etapa será 
executada novamente. Esses atributos incluem artefatos de entrada, especificação de aplicativo ou 
algoritmo e variáveis de ambiente.
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A lista a seguir mostra cada tipo de etapa do pipeline e os atributos que, se alterados, iniciam uma 
nova execução da etapa. Para obter mais informações sobre quais parâmetros do SDK do Python 
são usados para criar os seguintes atributos, consulte Configuração de cache na documentação do 
SDK do Amazon Python SageMaker .

Processamento de etapas

• AppSpecification

• Ambiente

• ProcessingInputs. Este atributo contém informações sobre o script de pré-processamento.

Etapa de treinamento

• AlgorithmSpecification

• CheckpointConfig

• DebugHookConfig

• DebugRuleConfigurations

• Ambiente

• HyperParameters

• InputDataConfig. Este atributo contém informações sobre o script de treinamento.

Etapa de ajuste

• HyperParameterTuningJobConfig

• TrainingJobDefinition. Esse atributo é composto por vários atributos secundários, e nem todos 
fazem com que a etapa seja executada novamente. Os atributos secundários que podem incorrer 
em uma nova execução (se alterados) são:

• AlgorithmSpecification

• HyperParameterRanges

• InputDataConfig

• StaticHyperParameters

• TuningObjective

• TrainingJobDefinitions
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Etapa do AutoML

• AutoMLJobConfig. Esse atributo é composto por vários atributos secundários, e nem todos fazem 
com que a etapa seja executada novamente. Os atributos secundários que podem incorrer em 
uma nova execução (se alterados) são:

• CompletionCriteria

• CandidateGenerationConfig

• DataSplitConfig

• Modo

• AutoML JobObjective

• InputDataConfig

• ProblemType

Etapa de transformação

• DataProcessing

• Ambiente

• ModelName

• TransformInput

ClarifyCheck Etapa

• ClarifyCheckConfig

• CheckJobConfig

• SkipCheck

• RegisterNewBaseline

• ModelPackageGroupName

• SuppliedBaselineConstraints
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QualityCheck Etapa

• QualityCheckConfig

• CheckJobConfig

• SkipCheck

• RegisterNewBaseline

• ModelPackageGroupName

• SuppliedBaselineConstraints

• SuppliedBaselineStatistics

Etapa do EMR

• ClusterId

• StepConfig

Controle de acesso a dados em cache

Quando um SageMaker pipeline é executado, ele armazena em cache os parâmetros e metadados 
associados aos SageMaker trabalhos lançados pelo pipeline e os salva para reutilização em 
execuções subsequentes. Esses metadados podem ser acessados por meio de várias fontes, além 
das etapas do pipeline em cache, e incluem os seguintes tipos:

• Solicitações Describe*Job

• CloudWatch Registros

• CloudWatch Eventos

• CloudWatch Métricas

• SageMaker Pesquisar

Observe que o acesso a cada fonte de dados na lista é controlado por seu próprio conjunto de 
permissões do IAM. Remover o acesso de uma função específica a uma fonte de dados não afeta o 
nível de acesso às outras. Por exemplo, um administrador da conta pode remover as permissões do 
IAM para Describe*Job solicitações da função de um chamador. Embora o chamador não possa 
mais fazer solicitações Describe*Job, ele ainda pode recuperar os metadados de um pipeline 
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executado com etapas em cache, desde que tenha permissão para executar o pipeline. Se um 
administrador da conta quiser remover completamente o acesso aos metadados de um SageMaker 
trabalho específico, ele precisará remover as permissões de cada um dos serviços relevantes que 
fornecem acesso aos dados.

Política de repetição para etapas do pipeline

As políticas de repetição ajudam você a repetir automaticamente as etapas do SageMaker Pipelines 
após a ocorrência de um erro. Qualquer etapa do pipeline pode encontrar exceções, e as exceções 
acontecem por vários motivos. Em certos casos, uma nova tentativa pode resolver esses problemas. 
Com uma política de nova tentativa para etapas do pipeline, você pode escolher se quer repetir uma 
etapa específica do pipeline ou não.

A política de nova tentativa suporta somente as seguintes etapas do pipeline:

• Processamento de etapa

• Etapa de treinamento

• Etapa de Ajuste

• Etapa do AutoML

• CreateModel Etapa

• RegisterModel Etapa

• Etapa de transformação

• Etapa de trabalho do notebook

Note

Os trabalhos executados nas etapas de ajuste e AutoML conduzem novas tentativas 
internamente e não repetirão o tipo de exceção SageMaker.JOB_INTERNAL_ERROR, 
mesmo que uma política de nova tentativa esteja configurada. Você pode programar sua 
própria estratégia de repetição usando a SageMaker API.

Tipos de exceção compatíveis com a política de nova tentativa

A política de nova tentativa para etapas do pipeline oferece suporte aos seguintes tipos de exceção:
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• Step.SERVICE_FAULT: essas exceções ocorrem quando ocorre um erro interno do servidor ou 
um erro transitório ao chamar serviços downstream. SageMaker O Pipelines repete esse tipo de 
erro automaticamente. Com uma política de nova tentativa, você pode substituir a operação de 
repetição padrão para esse tipo de exceção.

• Step.THROTTLING: exceções de limitação podem ocorrer ao chamar os serviços downstream. 
SageMaker O Pipelines repete esse tipo de erro automaticamente. Com uma política de nova 
tentativa, você pode substituir a operação de repetição padrão para esse tipo de exceção.

• SageMaker.JOB_INTERNAL_ERROR: essas exceções ocorrem quando o SageMaker trabalho 
retornaInternalServerError. Nesse caso, iniciar um novo trabalho pode corrigir um problema 
transitório.

• SageMaker.CAPACITY_ERROR: O SageMaker trabalho pode encontrar o Amazon 
EC2InsufficientCapacityErrors, o que leva à falha do SageMaker trabalho. Você pode 
tentar novamente iniciando um novo SageMaker trabalho para evitar o problema.

• SageMaker.RESOURCE_LIMIT: você pode exceder a cota limite de recursos ao executar um 
SageMaker trabalho. Você pode esperar e tentar executar o SageMaker trabalho novamente após 
um curto período e ver se os recursos foram liberados.

O esquema JSON para a política de nova tentativa

A política de nova tentativa para Pipelines tem o seguinte esquema JSON:

"RetryPolicy": { 
   "ExceptionType": [String] 
   "IntervalSeconds": Integer 
   "BackoffRate": Double 
   "MaxAttempts": Integer 
   "ExpireAfterMin": Integer
}

• ExceptionType: esse campo exige os seguintes tipos de exceção em um formato de matriz de 
sequências de caracteres.

• Step.SERVICE_FAULT

• Step.THROTTLING

• SageMaker.JOB_INTERNAL_ERROR

• SageMaker.CAPACITY_ERROR

• SageMaker.RESOURCE_LIMIT
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• IntervalSeconds (opcional): o número de segundos antes da primeira tentativa (1 por padrão).
IntervalSeconds tem um valor máximo de 43.200 segundos (12 horas).

• BackoffRate (opcional): o multiplicador pelo qual o intervalo de novas tentativas aumenta 
durante cada tentativa (por padrão, 2,0).

• MaxAttempts (opcional): um inteiro positivo que representa o número máximo de tentativas 
novas (por padrão, 5). Se o erro voltar a ocorrer mais vezes do que MaxAttempts, as novas 
tentativas são interrompidas e o tratamento de erro normal é retomado. Um valor de 0 especifica 
que os erros nunca são repetidos. MaxAttempts tem um valor máximo de 20.

• ExpireAfterMin (opcional): um número inteiro positivo que representa o período máximo de 
repetição. Se o erro persistir após a execução da contagem de ExpireAfterMin minutos a partir 
da etapa, as novas tentativas serão interrompidas e o tratamento normal de erros será retomado. 
Um valor de 0 especifica que os erros nunca são repetidos. ExpireAfterMin  tem um valor 
máximo de 14.400 minutos (10 dias).

Note

Somente um dos MaxAttempts ou ExpireAfterMin pode ser fornecido, mas não 
ambos; se ambos não forem especificados, MaxAttempts se tornará o padrão. Se ambas 
as propriedades forem identificadas em uma política, a política de nova tentativa gerará um 
erro de validação.

Configuração uma política de nova tentativa

Veja a seguir um exemplo de uma etapa de treinamento com uma política de nova tentativa.

{ 
    "Steps": [ 
        { 
            "Name": "MyTrainingStep", 
            "Type": "Training", 
            "RetryPolicies": [ 
                { 
                    "ExceptionType": [ 
                        "SageMaker.JOB_INTERNAL_ERROR", 
                        "SageMaker.CAPACITY_ERROR" 
                    ], 
                    "IntervalSeconds": 1, 
                    "BackoffRate": 2, 
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                    "MaxAttempts": 5
                } 
            ] 
        } 
    ]
}

Veja a seguir um exemplo de como criar um SDK TrainingStep in para Python (Boto3) com uma 
política de nova tentativa.

from sagemaker.workflow.retry import ( 
    StepRetryPolicy,  
    StepExceptionTypeEnum, 
    SageMakerJobExceptionTypeEnum, 
    SageMakerJobStepRetryPolicy
)

step_train = TrainingStep( 
    name="MyTrainingStep", 
    xxx, 
    retry_policies=[ 
        // override the default  
        StepRetryPolicy( 
            exception_types=[ 
                 StepExceptionTypeEnum.SERVICE_FAULT,  
                 StepExceptionTypeEnum.THROTTLING
            ], 
            expire_after_mins=5, 
            interval_seconds=10, 
            backoff_rate=2.0 
        ), 
        // retry when resource limit quota gets exceeded 
        SageMakerJobStepRetryPolicy( 
            exception_types=[SageMakerJobExceptionTypeEnum.RESOURCE_LIMIT], 
            expire_after_mins=120, 
            interval_seconds=60, 
            backoff_rate=2.0
        ), 
        // retry when job failed due to transient error or EC2 ICE. 
        SageMakerJobStepRetryPolicy( 
            failure_reason_types=[ 
                 SageMakerJobExceptionTypeEnum.INTERNAL_ERROR, 
                 SageMakerJobExceptionTypeEnum.CAPACITY_ERROR, 
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            ], 
            max_attempts=10, 
            interval_seconds=30, 
            backoff_rate=2.0
        ) 
    ]
)

Para obter mais informações sobre como configurar o comportamento de repetição para 
determinados tipos de etapas, consulte Amazon SageMaker Model Building Pipelines - Retry Policy 
na documentação do Amazon Python SageMaker SDK.

Execução seletiva das etapas do pipeline

Ao usar o SageMaker Pipelines para criar fluxos de trabalho e orquestrar suas etapas de treinamento 
de ML, talvez seja necessário realizar várias fases de experimentação. Em vez de executar todo 
o pipeline do início ao fim, talvez você queira iterar apenas em etapas específicas. SageMaker O 
Pipelines oferece suporte à execução seletiva das etapas do pipeline para ajudar você a otimizar seu 
treinamento de ML. A execução seletiva é útil nos seguintes cenários:

• Você quer reiniciar uma etapa específica com o tipo de instância, hiperparâmetros ou outras 
variáveis atualizados e, ao mesmo tempo, manter os parâmetros das etapas iniciais.

• Seu pipeline falha em uma etapa intermediária. As etapas anteriores da execução, como 
preparação de dados ou extração de recursos, são caras de serem executadas novamente. Talvez 
seja necessário introduzir uma correção e executar novamente algumas etapas manualmente para 
concluir o pipeline.

Usando a execução seletiva, você pode optar por executar qualquer subconjunto de etapas, desde 
que elas estejam conectadas no gráfico acíclico direcionado (DAG) do seu pipeline. O DAG a seguir 
mostra um exemplo de fluxo de trabalho de pipeline:
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Você pode selecionar etapas AbaloneTrain e AbaloneEval em uma execução seletiva, mas não 
pode selecionar apenas AbaloneTrain e etapas AbaloneMSECond para executar uma execução 
seletiva porque essas etapas não estão conectadas no DAG. Para etapas não selecionadas no fluxo 
de trabalho, a execução seletiva reutiliza as saídas da execução de um pipeline de referência em 
vez de recalcular as etapas. Além disso, as etapas não selecionadas que estão a jusante das etapas 
selecionadas não são executadas em uma execução seletiva.

Se você optar por executar um subconjunto de etapas intermediárias em seu pipeline, suas etapas 
podem ter dependências das etapas iniciais. SageMaker precisa de uma execução de pipeline de 
referência a partir da qual fornecer recursos a essas dependências. Por exemplo, se você optar por 
executar as etapas AbaloneTrain e AbaloneEval precisar das garantias de saída para a etapa
AbaloneProcess a partir de uma execução de pipeline de referência. Você pode fornecer um ARN 
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de execução de referência ou SageMaker direcionar para usar a execução mais recente do pipeline, 
que é o comportamento padrão. Se você tiver uma execução de referência, também poderá criar 
os parâmetros de tempo de execução de sua execução de referência e fornecê-los à sua execução 
executiva seletiva com quaisquer substituições. Para obter detalhes, consulte Reutilize valores de 
parâmetros de tempo de execução de uma execução de referência.

Em detalhes, você especifica uma configuração para que seu pipeline de execução seletiva seja 
executado usando SelectiveExecutionConfig. Se você especificar um ARN para a execução 
de um pipeline de referência (com o source_pipeline_execution_arn argumento), SageMaker 
usa as dependências da etapa upstream da execução do pipeline especificado. Se você não 
especificar um ARN e existir uma execução mais recente do pipeline, SageMaker usa a execução 
mais recente do pipeline como referência por padrão. Se você não especificar um ARN e não quiser 
usar SageMaker a execução mais recente do pipeline, reference_latest_execution defina 
como. False A execução do pipeline que, SageMaker em última análise, usa como referência, seja 
a mais recente ou especificada pelo usuário, deve estar em Success ou Failed estado.

A tabela a seguir resume como SageMaker escolhe uma execução de referência com base em seus 
argumentos para. SelectiveExecutionConfig

O valor do 
argumento
source_pi 
peline_ex 
ecution_a 
rn

O valor do argumento reference 
_latest_execution

A execução de referência usada

Um ARN de 
pipeline

True ou não especificado Esse é o ARN do pipeline especific 
ado

Um ARN de 
pipeline

False Esse é o ARN do pipeline especific 
ado

null ou não 
especificado

True ou não especificado A última execução do pipeline

null ou não 
especificado

False Nenhuma — nesse caso, selecione 
etapas sem dependências upstream
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Para obter mais informações sobre os requisitos de configuração de execução seletiva, consulte
sagemaker.workflow.selective_execution_config. SelectiveExecutionConfigdocumentação.

A discussão a seguir inclui exemplos dos casos em que você deseja especificar uma execução de 
referência de pipeline, usar a execução mais recente do pipeline como referência ou executar a 
execução seletiva sem uma execução de pipeline de referência.

Execução seletiva com uma referência de pipeline especificada pelo usuário

O exemplo a seguir demonstra o uso da execução seletiva para executar novamente
AbaloneTrain e, AbaloneEval no mesmo pipeline, executar novamente usando uma execução 
de pipeline de referência.

from sagemaker.workflow.selective_execution_config import SelectiveExecutionConfig

selective_execution_config = SelectiveExecutionConfig( 
    source_pipeline_execution_arn="arn:aws:sagemaker:us-west-2:123123123123:pipeline/
abalone/execution/123ab12cd3ef",  
    selected_steps=["AbaloneTrain", "AbaloneEval"]
)

selective_execution = pipeline.start( 
    execution_display_name=f"Sample-Selective-Execution-1", 
    parameters={"MaxDepth":6, "NumRound":60}, 
    selective_execution_config=selective_execution_config,
)

Execução seletiva com a execução mais recente do pipeline como referência

O exemplo a seguir demonstra o uso da execução seletiva para executar novamente
AbaloneTrain e, AbaloneEval no mesmo pipeline, executar novamente usando a execução mais 
recente do pipeline como referência. Como SageMaker usa a execução mais recente do pipeline por 
padrão, você pode, opcionalmente, definir o reference_latest_execution argumento como.
True

# Prepare a new selective execution. Select only the first step in the pipeline without 
 providing source_pipeline_execution_arn.
selective_execution_config = SelectiveExecutionConfig( 
    selected_steps=["AbaloneTrain", "AbaloneEval"], 
    # optional 
    reference_latest_execution=True
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)

# Start pipeline execution without source_pipeline_execution_arn
pipeline.start( 
    execution_display_name=f"Sample-Selective-Execution-1", 
    parameters={"MaxDepth":6, "NumRound":60}, 
    selective_execution_config=selective_execution_config,
)

Execução seletiva sem um pipeline de referência

O exemplo a seguir demonstra o uso da execução seletiva para executar novamente
AbaloneProcess e AbaloneTrain no mesmo pipeline, sem fornecer um ARN de referência 
e proibindo o uso da última execução do pipeline como referência. SageMaker permite essa 
configuração, pois esse subconjunto de etapas não tem dependências upstream.

# Prepare a new selective execution. Select only the first step in the pipeline without 
 providing source_pipeline_execution_arn.
selective_execution_config = SelectiveExecutionConfig( 
    selected_steps=["AbaloneProcess", "AbaloneTrain"], 
    reference_latest_execution=False
)

# Start pipeline execution without source_pipeline_execution_arn
pipeline.start( 
    execution_display_name=f"Sample-Selective-Execution-1", 
    parameters={"MaxDepth":6, "NumRound":60}, 
    selective_execution_config=selective_execution_config,
)

Reutilize valores de parâmetros de tempo de execução de uma execução de referência

Você pode criar os parâmetros da execução do pipeline de referência usando
build_parameters_from_execution e fornecer o resultado ao pipeline de execução 
seletiva. Você pode usar os parâmetros originais da execução da referência ou aplicar quaisquer 
substituições usando o parameter_value_overrides argumento.

O exemplo a seguir mostra como criar parâmetros a partir de uma execução de referência e aplicar 
uma substituição ao parâmetro MseThreshold.

# Prepare a new selective execution.
selective_execution_config = SelectiveExecutionConfig( 
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    source_pipeline_execution_arn="arn:aws:sagemaker:us-west-2:123123123123:pipeline/
abalone/execution/123ab12cd3ef", 
    selected_steps=["AbaloneTrain", "AbaloneEval", "AbaloneMSECond"],
)
# Define a new parameters list to test.
new_parameters_mse={ 
    "MseThreshold": 5,
}

# Build parameters from reference execution and override with new parameters to test.
new_parameters = pipeline.build_parameters_from_execution( 
    pipeline_execution_arn="arn:aws:sagemaker:us-west-2:123123123123:pipeline/abalone/
execution/123ab12cd3ef", 
    parameter_value_overrides=new_parameters_mse
)

# Start pipeline execution with new parameters.
execution = pipeline.start( 
    selective_execution_config=selective_execution_config, 
    parameters=new_parameters
)

Cálculo de linha de base, detecção de desvios, ciclo de vida e ClarifyCheck etapas QualityCheck no 
Amazon Model Building Pipelines SageMaker

O tópico a seguir discute como as linhas de base e as versões do modelo evoluem no Amazon 
SageMaker Model Building Pipelines ao usar as etapas e. ClarifyCheck QualityCheck

Para a etapa ClarifyCheck, uma linha de base é um único arquivo que reside nas 
propriedades da etapa com o sufixo constraints. Para a etapa QualityCheck, uma 
linha de base é uma combinação de dois arquivos que residem nas propriedades da etapa: 
um com o sufixo statistics e outro com o sufixo constraints. Nos tópicos a seguir, 
discutimos essas propriedades com um prefixo que descreve como elas são usadas, afetando 
o comportamento básico e o ciclo de vida nessas duas etapas do pipeline. Por exemplo, 
a etapa ClarifyCheck sempre calcula e atribui as novas linhas de base na propriedade
CalculatedBaselineConstraints e a etapa QualityCheck faz o mesmo nas propriedades
CalculatedBaselineConstraints e CalculatedBaselineStatistics.

Cálculo e registro da linha de base ClarifyCheck e etapas QualityCheck

As etapas ClarifyCheck e QualityCheck sempre calculam novas linhas de base com base 
nas entradas da etapa por meio da execução do trabalho de processamento subjacente. Essas 
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linhas de base recém-calculadas são acessadas por meio das propriedades com o prefixo
CalculatedBaseline. Você pode registrar essas propriedades como as ModelMetrics do 
seu pacote de modelo no Etapa do modelo. Este pacote de modelo pode ser registrado com 5 
linhas de base diferentes. Você pode registrá-lo com um para cada tipo de verificação: viés de 
dados, viés do modelo e explicabilidade do modelo a partir da execução da etapa ClarifyCheck
e da qualidade do modelo, e qualidade dos dados da execução da etapa QualityCheck. O 
parâmetro register_new_baseline determina o valor definido nas propriedades com o prefixo
BaselineUsedForDriftCheck após a execução de uma etapa.

A tabela a seguir de possíveis casos de uso mostra comportamentos diferentes resultantes dos 
parâmetros da etapa que você pode definir para as etapas ClarifyCheck e QualityCheck:

Possível caso 
de uso que você 
pode considera 
r para seleciona 
r essa configura 
ção

skip_check
/ register_ 
new_basel 
ine

O Step faz uma 
verificação de 
oscilação?

Valor da 
proprieda 
de da etapa
Calculate 
dBaseline

Valor da 
proprieda 
de da etapa
BaselineU 
sedForDri 
ftCheck

Você está 
fazendo um 
novo treinamen 
to regular com 
as verificaç 
ões habilitadas 
para obter uma 
nova versão do 
modelo, mas
deseja transferi 
r as linhas de 
base anteriores
conforme estão
DriftChec 
kBaselines
no registro do 
modelo para sua 

False/ False A verificaç 
ão de deriva 
é executada 
em relação às 
linhas de base 
existentes

Novas linhas de 
base calculada 
s executando a 
etapa

Linha de base 
do último modelo 
aprovado no 
Model Registry 
ou a linha de 
base fornecida 
como parâmetro 
de etapa
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Possível caso 
de uso que você 
pode considera 
r para seleciona 
r essa configura 
ção

skip_check
/ register_ 
new_basel 
ine

O Step faz uma 
verificação de 
oscilação?

Valor da 
proprieda 
de da etapa
Calculate 
dBaseline

Valor da 
proprieda 
de da etapa
BaselineU 
sedForDri 
ftCheck

nova versão do 
modelo.

Você está 
fazendo um 
novo treinamen 
to regular com 
as verificaç 
ões habilitadas 
para obter uma 
nova versão do 
modelo, mas
deseja atualizá- 
las DriftChec 
kBaseline 
s  no registro 
do modelo com 
as linhas de 
base recém-cal 
culadas para sua 
nova versão do 
modelo.

False/ True A verificaç 
ão de deriva 
é executada 
em relação às 
linhas de base 
existentes

Novas linhas de 
base calculada 
s executando a 
etapa

Linha de base 
recém-calculada 
executando a 
etapa (valor 
da proprieda 
de Calculate 
dBaseline )
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Possível caso 
de uso que você 
pode considera 
r para seleciona 
r essa configura 
ção

skip_check
/ register_ 
new_basel 
ine

O Step faz uma 
verificação de 
oscilação?

Valor da 
proprieda 
de da etapa
Calculate 
dBaseline

Valor da 
proprieda 
de da etapa
BaselineU 
sedForDri 
ftCheck

Você está 
iniciando 
o pipeline 
para treinar 
novamente uma 
nova versão do 
modelo porque 
há uma violação 
detectada 
pelo Amazon 
SageMaker 
Model Monitor 
em um endpoint 
para um 
determinado tipo 
de verificação e 
deseja ignorar 
esse tipo de 
verificação em 
relação à linha 
de base anterior, 
mas transferir 
a linha de base 
anterior como
DriftChec 
kBaselines
no registro do 
modelo para sua 

True/ False Sem verificação 
de oscilação

Novas linhas de 
base calculadas 
pela execução

Linha de base 
do último modelo 
aprovado no 
registro do 
modelo ou da 
linha de base 
fornecida como 
parâmetro de 
etapa
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Possível caso 
de uso que você 
pode considera 
r para seleciona 
r essa configura 
ção

skip_check
/ register_ 
new_basel 
ine

O Step faz uma 
verificação de 
oscilação?

Valor da 
proprieda 
de da etapa
Calculate 
dBaseline

Valor da 
proprieda 
de da etapa
BaselineU 
sedForDri 
ftCheck

nova versão do 
modelo.
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Possível caso 
de uso que você 
pode considera 
r para seleciona 
r essa configura 
ção

skip_check
/ register_ 
new_basel 
ine

O Step faz uma 
verificação de 
oscilação?

Valor da 
proprieda 
de da etapa
Calculate 
dBaseline

Valor da 
proprieda 
de da etapa
BaselineU 
sedForDri 
ftCheck

Isso acontece 
nos seguintes 
casos:

• Você está 
iniciando a 
execução 
inicial do 
pipeline, 
criando sua 
primeira 
versão do 
modelo e 
gerando as 
linhas de base 
iniciais.

• Você está 
iniciando o 
pipeline para 
retreinar uma 
nova versão 
do modelo 
porque há 
uma violação 
detectada pelo 
Model Monitor 
no endpoint 
para um tipo 
específico 
de verificaç 

True/ True Sem verificação 
de oscilação

Novas linhas de 
base calculada 
s executando a 
etapa

Linha de base 
recém-calculada 
executando a 
etapa (valor 
da proprieda 
de Calculate 
dBaseline )
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Possível caso 
de uso que você 
pode considera 
r para seleciona 
r essa configura 
ção

skip_check
/ register_ 
new_basel 
ine

O Step faz uma 
verificação de 
oscilação?

Valor da 
proprieda 
de da etapa
Calculate 
dBaseline

Valor da 
proprieda 
de da etapa
BaselineU 
sedForDri 
ftCheck

ão. Se você 
quiser pular 
a verificação 
em relação 
à linha de 
base anterior 
e atualizá-la 
diretamente
DriftChec 
kBaseline 
s  com a 
linha de base 
recém-cal 
culada no 
registro do 
modelo.

Note

Se você usar notação científica em sua restrição, precisará converter em float. Para obter 
um exemplo de script de pré-processamento de como fazer isso, consulte Criar uma linha de 
base de qualidade de modelo.

Ao registrar um modelo com Etapa do modelo, você pode registrar a propriedade
BaselineUsedForDriftCheck como DriftCheckBaselines. Esses arquivos de linha de 
base podem então ser usados pelo Model Monitor para verificações de qualidade de modelos e 
dados. Além disso, essas linhas de base também podem ser usadas na QualityCheck etapa 
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ClarifyCheckStep e para comparar modelos recém-treinados com os modelos existentes que estão 
registrados no registro de modelos para futuras execuções do pipeline.

Detecção de deriva em relação às linhas de base anteriores em tubulações SageMaker

No caso da etapa QualityCheck, ao iniciar o pipeline de treinamento regular para obter uma nova 
versão do modelo, talvez você não queira executar a etapa de treinamento se a qualidade dos 
dados e o viés de dados tiverem Esquema para violações (arquivo constraint_violations.json) nas 
linhas de base da versão anterior do modelo aprovada. Talvez você também não queira registrar a 
versão do modelo recém-treinada se a qualidade do modelo, o viés do modelo ou a explicabilidade 
do modelo violarem a linha de base registrada da versão anterior aprovada do modelo ao executar 
a etapa ClarifyCheck. Nesses casos, você pode ativar as verificações desejadas definindo a 
propriedade skip_check da etapa de verificação correspondente definida como False, resultando 
na falha das etapas ClarifyCheck e QualityCheck se a violação for detectada em relação às 
linhas de base anteriores. O processo de pipeline então não prossegue, de forma que o modelo 
com oscilação da linha de base não seja registrado. As etapas ClarifyCheck e QualityCheck
são capazes de obter DriftCheckBaselines a versão mais recente do modelo aprovado de 
um determinado grupo de pacotes de modelos com a qual comparar. As linhas de base anteriores 
também podem ser fornecidas diretamente supplied_baseline_constraints (além de
supplied_baseline_statistics se for uma etapa QualityCheck) e são sempre priorizadas 
sobre quaisquer linhas de base extraídas do grupo de pacotes de modelo.

Ciclo de vida e evolução da versão básica e do modelo com Pipelines SageMaker

Ao definir register_new_baseline de suas etapas ClarifyCheck e QualityCheck
como False, sua linha de base anterior pode ser acessada por meio do prefixo
BaselineUsedForDriftCheck da propriedade da etapa. Em seguida, você pode registrar 
essas linhas de base como DriftCheckBaselines na nova versão do modelo ao registrar 
um modelo com Etapa do modelo. Depois de aprovar essa nova versão do modelo no registro 
do modelo, a DriftCheckBaseline versão deste modelo fica disponível para as etapas
ClarifyCheck e QualityCheck e etapas do próximo processo de pipeline. Se você quiser 
atualizar a linha de base de um determinado tipo de verificação para futuras versões do 
modelo, defina register_new_baseline para True que as propriedades com prefixo
BaselineUsedForDriftCheck se tornem a linha de base recém-calculada. Dessa forma, você 
pode preservar suas linhas de base preferidas para um modelo treinado no futuro ou atualizá-las 
para verificações de oscilação quando necessário, gerenciando a evolução da linha de base e o ciclo 
de vida em todas as iterações de treinamento do modelo.

O diagrama a seguir ilustra uma model-version-centric visão da evolução básica e do ciclo de vida.
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Programar a execução do pipeline

Você pode programar suas execuções do Amazon SageMaker Model Building Pipelines usando a 
Amazon. EventBridge O Amazon SageMaker Model Building Pipelines é suportado como alvo na
Amazon EventBridge. Isso permite que você inicie a execução do seu pipeline de construção de 
modelos com base em qualquer evento em seu barramento de eventos. Com EventBridge, você 
pode automatizar suas execuções de pipeline e responder automaticamente a eventos, como tarefas 
de treinamento ou mudanças no status do endpoint. Os eventos incluem um novo arquivo sendo 
carregado para seu bucket do Amazon S3, uma alteração no status do seu SageMaker endpoint da 
Amazon devido à deriva e tópicos do Amazon Simple Notification Service (SNS).

As seguintes ações do SageMaker Pipelines podem ser iniciadas automaticamente: 

• StartPipelineExecution
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Para obter mais informações sobre o agendamento de SageMaker trabalhos, consulte
Automatização com SageMaker  a Amazon. EventBridge

Tópicos

• Agende um pipeline com a Amazon EventBridge

• Agende um pipeline com o SDK do SageMaker Python

Agende um pipeline com a Amazon EventBridge

Para iniciar a execução de um pipeline com o Amazon CloudWatch Events, você deve criar 
uma EventBridge regra. Ao criar uma regra para eventos, você especifica uma ação de destino 
a ser tomada ao EventBridge receber um evento que corresponda à regra. Quando um evento 
corresponde à regra, EventBridge envia o evento para o destino especificado e inicia a ação definida 
na regra.

Os tutoriais a seguir mostram como agendar a execução de um pipeline EventBridge usando o 
EventBridge console ou o. AWS CLI 

Pré-requisitos

• Uma função que EventBridge pode ser assumida com a
SageMaker::StartPipelineExecution permissão. Essa função pode ser criada 
automaticamente se você criar uma regra no EventBridge console; caso contrário, você mesmo 
precisará criar essa função. Para obter informações sobre como criar uma SageMaker função, 
consulte SageMaker Funções.

• Um Amazon SageMaker Pipeline para programar. Para criar um SageMaker pipeline da Amazon, 
consulte Definir um pipeline.

Crie uma EventBridge regra usando o EventBridge console

O procedimento a seguir mostra como criar uma EventBridge regra usando o EventBridge console. 

1. Navegue até o console do EventBridge .

2. Selecione Regras no lado esquerdo.

3. Selecione Create Rule.

4. Insira um nome e uma descrição para a regra.

5. Selecione como deseja iniciar essa regra. Você tem as seguintes opções para sua regra:
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• Padrão de evento: sua regra é iniciada quando ocorre um evento correspondente ao padrão. 
Você pode escolher um padrão predefinido que corresponda a um determinado tipo de evento 
ou criar um padrão personalizado. Se você selecionar um padrão predefinido, poderá editar o 
padrão para personalizá-lo. Para obter mais informações sobre padrões de eventos, consulte
Padrões de CloudWatch eventos em eventos.

• Programação: sua regra é iniciada regularmente em uma programação especificada. Você 
pode usar uma programação de taxa fixa que inicia regularmente por um número específico 
de minutos, horas ou semanas. Você também pode usar uma expressão cron para criar 
uma programação mais refinada, como “a primeira segunda-feira de cada mês, às 8h”. A 
programação não é compatível com um barramento de eventos parceiro ou personalizado.

6. Selecione o ônibus de eventos desejado.

7. Selecione as metas a serem invocadas quando um evento corresponder ao seu padrão de 
eventos ou quando a programação for iniciada. Você pode adicionar até cinco destinos por 
regra. Selecione SageMaker Pipeline na lista suspensa destino.

8. Selecione o pipeline que você deseja iniciar na lista suspensa do pipeline.

9. Adicione parâmetros para passar para a execução do pipeline usando um par de nome 
e valor. Os valores dos parâmetros podem ser estáticos ou dinâmicos. Para obter mais 
informações sobre os parâmetros do Amazon SageMaker Pipeline, consulte AWS::Events::Rule 
SagemakerPipelineParameters.

• Valores estáticos são passados para a execução do pipeline toda vez que o pipeline é 
iniciado. Por exemplo, se {"Name": "Instance_type", "Value": "ml.4xlarge"}
for especificado na lista de parâmetros, ele será passado como um parâmetro
StartPipelineExecutionRequest sempre que EventBridge iniciar o pipeline.

• Os valores dinâmicos são especificados usando um caminho JSON. EventBridge analisa 
o valor da carga útil de um evento e o passa para a execução do pipeline. Por exemplo:
$.detail.param.value

10. Selecione a função a ser usada para essa regra. Você pode usar uma função existente ou criar 
uma nova.

11. (Opcional) Adicionar tag.

12. Selecione Create para finalizar sua regra.

Sua regra agora está em vigor e pronta para iniciar suas execuções de pipeline.
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Crie uma EventBridge regra usando o AWS CLI

O procedimento a seguir mostra como criar uma EventBridge regra usando AWS CLI o.

1. Crie uma regra a ser iniciada. Ao criar uma EventBridge regra usando oAWS CLI, você tem duas 
opções de como sua regra é iniciada: padrão de evento e programação.

• Padrão de evento: sua regra é iniciada quando ocorre um evento correspondente ao padrão. 
Você pode escolher um padrão predefinido que corresponda a um determinado tipo de evento 
ou criar um padrão personalizado. Se você selecionar um padrão predefinido, poderá editar 
o padrão para personalizá-lo.  Você pode criar uma regra com padrão de evento usando o 
seguinte comando:

aws events put-rule --name <RULE_NAME> ----event-pattern <YOUR_EVENT_PATTERN>
 --description <RULE_DESCRIPTION> --role-arn <ROLE_TO_EXECUTE_PIPELINE> --
tags <TAGS>

• Programação: sua regra é iniciada regularmente em uma programação especificada. Você 
pode usar uma programação de taxa fixa que inicia regularmente por um número específico 
de minutos, horas ou semanas. Você também pode usar uma expressão cron para criar 
uma programação mais refinada, como “a primeira segunda-feira de cada mês, às 8h”. A 
programação não é compatível com um barramento de eventos parceiro ou personalizado. 
Você pode criar um cluster usando a programação com o seguinte comando:

aws events put-rule --name <RULE_NAME> --schedule-
expression <YOUR_CRON_EXPRESSION> --description <RULE_DESCRIPTION> --role-
arn <ROLE_TO_EXECUTE_PIPELINE> --tags <TAGS>

2. Adicione metas a serem invocadas quando um evento corresponder ao seu padrão de eventos 
ou quando a programação for iniciada. Você pode adicionar até cinco destinos por regra.  Para 
cada destino, você deve especificar: 

• ARN: o ARN do recurso do seu pipeline.

• ARN da função: o ARN da função EventBridge deve ser assumida para executar o pipeline.

• Parâmetros: parâmetros do SageMaker pipeline da Amazon a serem transmitidos.

3. Execute o comando a seguir para passar um SageMaker pipeline da Amazon como destino para 
sua regra usando put-targets:
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aws events put-targets --rule <RULE_NAME> --event-bus-name <EVENT_BUS_NAME>
 --targets "[{\"Id\": <ID>, \"Arn\": <RESOURCE_ARN>, \"RoleArn\": <ROLE_ARN>, 
 \"SageMakerPipelineParameter\": { \"SageMakerParameterList\": [{\"Name\": <NAME>, 
 \"Value\": <VALUE>}]} }]"] 

Agende um pipeline com o SDK do SageMaker Python

As seções a seguir mostram como configurar permissões para acessar EventBridge recursos e criar 
seu cronograma de pipeline usando o SDK do SageMaker Python.

Permissões obrigatórias

Você precisa ter as permissões necessárias para usar o agendador de pipeline. Conclua as etapas a 
seguir para configurar suas permissões:

1. Anexe a seguinte política de privilégios mínimos à função do IAM usada 
para criar os acionadores do pipeline ou use a AWS política gerenciada.
AmazonEventBridgeSchedulerFullAccess

{ 
    "Version": "2012-10-17", 
    "Statement": 
    [ 
        { 
            "Action": 
            [ 
                "scheduler:ListSchedules", 
                "scheduler:GetSchedule", 
                "scheduler:CreateSchedule", 
                "scheduler:UpdateSchedule", 
                "scheduler:DeleteSchedule" 
            ], 
            "Effect": "Allow", 
            "Resource": 
            [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "iam:PassRole", 
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            "Resource": "arn:aws:iam::*:role/*",  
            "Condition": { 
                "StringLike": { 
                    "iam:PassedToService": "scheduler.amazonaws.com" 
                } 
            } 
        } 
    ]
}

2. Estabeleça uma relação de confiança EventBridge adicionando o diretor de serviço
scheduler.amazonaws.com à política de confiança dessa função. Certifique-se de anexar a 
seguinte política de confiança à função de execução se você iniciar o notebook no SageMaker 
Studio.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "scheduler.amazonaws.com", 
                    "sagemaker.amazonaws.com" 
                ] 
            }, 
        "Action": "sts:AssumeRole" 
        } 
    ]
}

Crie um cronograma de funil

Usando o PipelineSchedule construtor, você pode programar um pipeline para ser executado 
uma vez ou em um intervalo predeterminado. Um cronograma de pipeline deve ser do tipo atrate, 
oucron. Esse conjunto de tipos de agendamento é uma extensão das opções de EventBridge 
agendamento. Para obter mais informações sobre como usar a PipelineSchedule classe, 
consulte sagemaker.workflow.triggers. PipelineSchedule. O exemplo a seguir demonstra como criar 
cada tipo de agendamento com. PipelineSchedule

from sagemaker.workflow.triggers import PipelineSchedule
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# schedules a pipeline run for 12/13/2023 at time 10:15:20 UTC
my_datetime_schedule = PipelineSchedule( 
    name="<schedule-name>",  
    at=datetime(2023, 12, 13, 10, 15, 20)
)

# schedules a pipeline run every 5 minutes
my_rate_schedule = PipelineSchedule( 
    name="<schedule-name>",  
    rate=(5, "minutes")
)

# schedules a pipeline run at 10:15am UTC on the last Friday of each month during the 
 years 2022 to 2023
my_cron_schedule = PipelineSchedule( 
    name="<schedule-name>",  
    cron="15 10 ? * 6L 2022-2023"
)

Note

Se você criar uma agenda única e precisar acessar a hora atual, use datetime.utcnow()
em vez dedatetime.now(). O último não armazena o contexto da zona atual e resulta em 
um tempo incorreto passado para EventBridge.

Conecte o gatilho ao seu pipeline

Para anexar seu PipelineSchedule ao seu pipeline, invoque a put_triggers chamada no 
objeto de pipeline criado com uma lista de acionadores. Se você receber um ARN de resposta, você 
criou com sucesso o cronograma em sua conta e EventBridge começa a invocar o funil de destino no 
horário ou na taxa especificada. Você deve especificar uma função com as permissões corretas para 
anexar gatilhos a um funil principal. Se você não fornecer um, o SageMaker Pipelines busca a função 
padrão usada para criar o pipeline a partir do arquivo de configuração.

O exemplo a seguir demonstra como anexar um cronograma a um pipeline.

scheduled_pipeline = Pipeline( 
    name="<pipeline-name>", 
    steps=[...], 

Amazon SageMaker Model Building Pipelines 4978

https://docs.aws.amazon.com/sagemaker/latest/dg/train-remote-decorator-config.html


Amazon SageMaker Guia do Desenvolvedor

    sagemaker_session=<sagemaker-session>,
)
custom_schedule = PipelineSchedule( 
    name="<schedule-name>",  
    at=datetime(year=2023, month=12, date=25, hour=10, minute=30, second=30)
)
scheduled_pipeline.put_triggers(triggers=[custom_schedule], role_arn=<role>)

Descreva os gatilhos atuais

Para recuperar informações sobre os acionadores do pipeline criados, você pode invocar a
describe_trigger() API com o nome do gatilho. Esse comando retorna detalhes sobre a 
expressão de agendamento criada, como horário de início, estado ativado e outras informações 
úteis. O trecho a seguir mostra um exemplo de invocação:

scheduled_pipeline.describe_trigger(name="<schedule-name>")

Recursos de gatilho de limpeza

Antes de excluir seu funil, limpe os gatilhos existentes para evitar um vazamento de recursos em sua 
conta. Você deve excluir os gatilhos antes de destruir o pipeline principal. Você pode excluir seus 
gatilhos passando uma lista de nomes de gatilhos para a delete_triggers API. O trecho a seguir 
demonstra como excluir gatilhos.

pipeline.delete_triggers(trigger_names=["<schedule-name>"])

Note

Esteja ciente das seguintes limitações ao excluir seus gatilhos:

• A opção de excluir os gatilhos especificando os nomes dos acionadores só está disponível 
no SDK do Python SageMaker . Excluir o pipeline na CLI ou em DeletePipeline uma 
chamada de API não exclui seus gatilhos. Como resultado, os gatilhos ficam órfãos e 
SageMaker tentam iniciar a execução de um pipeline inexistente.

• Além disso, se você estiver usando outra sessão do notebook ou já tiver excluído o destino 
do pipeline, limpe os agendamentos órfãos por meio da CLI ou do console do agendador.
EventBridge
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Integração SageMaker com Amazon Experiments

O Amazon SageMaker Model Building Pipelines está estreitamente integrado ao Amazon SageMaker 
Experiments. Por padrão, quando o SageMaker Pipelines cria e executa um pipeline, as seguintes 
entidades SageMaker Experiments são criadas, caso não existam:

• Um experimento para o pipeline

• Um grupo de execução para cada execução do pipeline

• Uma execução que é adicionada ao grupo de execução para cada SageMaker trabalho criado em 
uma etapa de execução do pipeline

Você pode comparar métricas, como a precisão do treinamento de modelos, em várias execuções de 
pipeline, da mesma forma que pode comparar essas métricas em vários grupos de execução de um 
experimento de treinamento de SageMaker modelo.

O exemplo a seguir mostra os parâmetros relevantes da classe Pipeline no SDK do Amazon 
SageMaker Python.

Pipeline( 
    name="MyPipeline", 
    parameters=[...], 
    pipeline_experiment_config=PipelineExperimentConfig( 
      ExecutionVariables.PIPELINE_NAME, 
      ExecutionVariables.PIPELINE_EXECUTION_ID 
    ), 
    steps=[...]
)

Se você não quiser criar um grupo de experimentos e execuções para o pipeline, defina
pipeline_experiment_config como None.

Note

A integração de experimentos foi introduzida no Amazon SageMaker Python SDK v2.41.0.

As regras de nomenclatura a seguir se aplicam com base no que você especifica para os parâmetros
ExperimentName e TrialName de pipeline_experiment_config:
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• Se você não especificar o ExperimentName, o pipeline name será usado para o nome do 
experimento.

Se você especificar o ExperimentName, ele será usado para o nome do experimento. Se existir 
um experimento com esse nome, os grupos de execução criados pelo pipeline serão adicionados 
ao experimento existente. Se um experimento com esse nome não existir, um novo experimento 
será criado.

• Se você não especificar o TrialName, o ID de execução do pipeline será usado para o nome do 
grupo de execução.

Se você especificar o TrialName, ele será usado para o nome do grupo de execução. Se existir 
um grupo de execução com esse nome, as execuções criadas pelo pipeline serão adicionadas 
ao grupo de execução existente. Se um grupo de execução com esse nome não existir, um novo 
grupo de execução será criado.

Note

As entidades do experimento não são excluídas quando o pipeline que criou as entidades é 
excluído. Você pode usar a API SageMaker Experiments para excluir as entidades. Para ter 
mais informações, consulte Limpe os recursos do Amazon SageMaker Experiment.

Para obter informações sobre como visualizar as entidades do SageMaker experimento associadas a 
um pipeline, consulteExibir entidades de experimentos criadas por SageMaker pipelines. Para obter 
mais informações sobre SageMaker experimentos, consulteGerencie o Machine Learning com a 
Amazon SageMaker Experiments.

As seções a seguir mostram exemplos das regras anteriores e como elas são representadas no 
arquivo de definição de pipeline. Para obter mais informações sobre os arquivos de definição de 
pipeline, consulte SageMaker Visão geral dos oleodutos.

Tópicos

• Comportamento padrão

• Desabilitar a integração de experimentos

• Especifique um nome de experimento personalizado

• Especificar um nome de grupo de execução personalizado
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Comportamento padrão

Criar um pipeline

A pipeline_experiment_config é omitida. O ExperimentName é padrão para o pipeline name. 
O TrialName é padrão para o ID da execução.

pipeline_name = f"MyPipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[...], 
    steps=[step_train]
)

Arquivo de definição de pipeline

{ 
  "Version": "2020-12-01", 
  "Parameters": [ 
    { 
      "Name": "InputDataSource" 
    }, 
    { 
      "Name": "InstanceCount", 
      "Type": "Integer", 
      "DefaultValue": 1 
    } 
  ], 
  "PipelineExperimentConfig": { 
    "ExperimentName": {"Get": "Execution.PipelineName"}, 
    "TrialName": {"Get": "Execution.PipelineExecutionId"} 
  }, 
  "Steps": [...]
}

Desabilitar a integração de experimentos

Criar um pipeline

A pipeline_experiment_config é definida como None.

pipeline_name = f"MyPipeline"
pipeline = Pipeline( 
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    name=pipeline_name, 
    parameters=[...], 
    pipeline_experiment_config=None, 
    steps=[step_train]
)

Arquivo de definição de pipeline

É o mesmo do exemplo padrão anterior, sem a PipelineExperimentConfig.

Especifique um nome de experimento personalizado

Um nome de experimento personalizado é usado. O nome do grupo de execução é definido como o 
ID de execução, como acontece com o comportamento padrão.

Criar um pipeline

pipeline_name = f"MyPipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[...], 
    pipeline_experiment_config=PipelineExperimentConfig( 
      "CustomExperimentName", 
      ExecutionVariables.PIPELINE_EXECUTION_ID 
    ), 
    steps=[step_train]
)

Arquivo de definição de pipeline

{ 
  ..., 
  "PipelineExperimentConfig": { 
    "ExperimentName": "CustomExperimentName", 
    "TrialName": {"Get": "Execution.PipelineExecutionId"} 
  }, 
  "Steps": [...]
}

Especificar um nome de grupo de execução personalizado

Um nome de grupo de execução personalizado é usado e anexado ao ID de execução. O nome do 
experimento é definido como o nome do pipeline, como acontece com o comportamento padrão.
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Criar um pipeline

pipeline_name = f"MyPipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[...], 
    pipeline_experiment_config=PipelineExperimentConfig( 
      ExecutionVariables.PIPELINE_NAME, 
      Join(on="-", values=["CustomTrialName", 
 ExecutionVariables.PIPELINE_EXECUTION_ID]) 
    ), 
    steps=[step_train]
)

Arquivo de definição de pipeline

{ 
  ..., 
  "PipelineExperimentConfig": { 
    "ExperimentName": {"Get": "Execution.PipelineName"}, 
    "TrialName": { 
      "On": "-", 
      "Values": [ 
         "CustomTrialName", 
         {"Get": "Execution.PipelineExecutionId"} 
       ] 
    } 
  }, 
  "Steps": [...]
}

Modo local

SageMaker O modo local do pipeline é uma maneira fácil de testar seus scripts de treinamento, 
processamento e inferência, bem como a compatibilidade de tempo de execução dos parâmetros 
do pipeline antes de executá-lo no serviço gerenciado SageMaker . Ao usar o modo local, você 
pode testar seu SageMaker pipeline localmente usando um conjunto de dados menor. Isso permite 
a depuração rápida e fácil de erros nos scripts do usuário e na própria definição do pipeline, sem 
incorrer nos custos de uso do serviço gerenciado.

O modo local de tubulações aproveita o modo local de SageMaker trabalhos sob o capô. Esse é um 
recurso do SDK do SageMaker Python que permite executar imagens SageMaker incorporadas ou 
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personalizadas localmente usando contêineres do Docker. O modo local de pipelines é construído 
sobre o modo local de SageMaker trabalhos. Portanto, você pode esperar ver os mesmos resultados 
como se estivesse executando esses trabalhos separadamente. Por exemplo, o modo local ainda 
usa o Amazon S3 para carregar artefatos do modelo e saídas de processamento. Se quiser que 
os dados gerados pelos trabalhos locais residam no disco local, você pode usar a configuração 
mencionada no Modo Local.

Atualmente, o modo local do pipeline é compatível com os seguintes tipos de etapas:

• Etapa de treinamento

• Processamento de etapa

• Etapa de transformação

• Etapa do modelo (somente com argumentos de criação de modelo)

• Etapa de condição

• Etapa de falha

Ao contrário do serviço gerenciado do Pipelines, que permite que várias etapas sejam executadas 
em paralelo usando a Configuração de Paralelismo, o executor local do pipeline executa as etapas 
sequencialmente. Portanto, a performance geral da execução de um pipeline local pode ser inferior 
à de um executada na nuvem. Isso depende principalmente do tamanho do conjunto de dados, do 
algoritmo e da potência do computador local. Observe também que os pipelines executados no modo 
local não são registrados nos SageMaker Experimentos.

Note

O modo local dos pipelines não é compatível com SageMaker algoritmos como o XGBoost. 
Caso queira usar esses algoritmos, você deve usá-los no modo script.

Para executar um pipeline localmente, os campos sagemaker_session associados às etapas do 
pipeline e ao próprio pipeline precisam ser do tipo LocalPipelineSession. O exemplo a seguir 
mostra como você pode definir um SageMaker pipeline para ser executado localmente.

from sagemaker.workflow.pipeline_context import LocalPipelineSession
from sagemaker.pytorch import PyTorch
from sagemaker.workflow.steps import TrainingStep
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from sagemaker.workflow.pipeline import Pipeline

local_pipeline_session = LocalPipelineSession()

pytorch_estimator = PyTorch( 
    sagemaker_session=local_pipeline_session, 
    role=sagemaker.get_execution_role(), 
    instance_type="ml.c5.xlarge", 
    instance_count=1, 
    framework_version="1.8.0", 
    py_version="py36", 
    entry_point="./entry_point.py",
)

step = TrainingStep( 
    name="MyTrainingStep", 
    step_args=pytorch_estimator.fit( 
        inputs=TrainingInput(s3_data="s3://my-bucket/my-data/train"), 
    )
)

pipeline = Pipeline( 
    name="MyPipeline", 
    steps=[step], 
    sagemaker_session=local_pipeline_session
)

pipeline.create( 
    role_arn=sagemaker.get_execution_role(),  
    description="local pipeline example"
)

// pipeline will execute locally
execution = pipeline.start()

steps = execution.list_steps()

training_job_name = steps['PipelineExecutionSteps'][0]['Metadata']['TrainingJob']
['Arn']

step_outputs = pipeline_session.sagemaker_client.describe_training_job(TrainingJobName 
 = training_job_name)
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Quando estiver pronto para executar o pipeline no serviço gerenciado de SageMaker Pipelines, 
você pode fazer isso LocalPipelineSession substituindo o trecho de código anterior por
PipelineSession (conforme mostrado no exemplo de código a seguir) e executando novamente o 
código.

from sagemaker.workflow.pipeline_context import PipelineSession

pipeline_session = PipelineSession()

Solução de problemas do Amazon SageMaker Model Building Pipelines

Ao usar o Amazon SageMaker Model Building Pipelines, você pode ter problemas por vários motivos. 
Este tópico fornece informações sobre erros comuns e como resolvê-los.

Problemas de definição de pipeline

Sua definição de pipeline pode não estar formatada corretamente. Isso pode resultar na falha de 
execução ou na imprecisão do trabalho. Esses erros podem ser detectados quando o pipeline 
é criado ou quando ocorre uma execução. Se sua definição não for validada, o SageMaker 
Pipelines retornará uma mensagem de erro identificando o caractere em que o arquivo JSON está 
malformado. Para corrigir esse problema, revise as etapas criadas usando o SDK do SageMaker 
Python para verificar a precisão.

Você só pode incluir etapas em uma definição de pipeline uma vez. Por esse motivo, as etapas não 
podem existir como parte de uma etapa de condição e de um pipeline no mesmo pipeline.

Examinar registros de pipeline

Você pode visualizar o status das suas etapas usando o comando a seguir:

execution.list_steps()

Cada etapa inclui as seguintes informações:

• O ARN da entidade lançada pelo pipeline, como SageMaker ARN do trabalho, ARN do modelo ou 
ARN do pacote de modelos.

• O motivo da falha inclui uma breve explicação da falha na etapa.

• Se a etapa for uma etapa de condição, ela indicará se a condição foi avaliada como verdadeira ou 
falsa. 
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• Se a execução reutilizar uma execução de trabalho anterior, o CacheHit listará a execução de 
origem. 

Você também pode visualizar as mensagens de erro e os registros na interface do Amazon 
SageMaker Studio. Para obter informações sobre como ver os registros no Studio, consulte
Visualizar a execução de um pipeline.

Permissões ausentes

As permissões corretas são necessárias para o perfil que cria a execução do pipeline e as etapas 
que criam cada um dos trabalhos na execução do pipeline. Sem essas permissões, talvez você não 
consiga enviar a execução do pipeline ou executar seus SageMaker trabalhos conforme o esperado. 
Para garantir que suas permissões sejam configuradas corretamente, consulte Gerenciamento de 
acesso do IAM.

Erros de execução do trabalho

Você pode ter problemas ao executar suas etapas devido a problemas nos scripts que definem 
a funcionalidade de seus SageMaker trabalhos. Cada trabalho tem um conjunto de CloudWatch 
registros. Para ver esses registros do Studio, consulteVisualizar a execução de um pipeline. Para 
obter informações sobre como usar CloudWatch registros com SageMaker, consulteRegistre 
SageMaker eventos da Amazon com a Amazon CloudWatch.

Erros do arquivo de propriedade

Você pode ter problemas ao implantar incorretamente os arquivos de propriedades com seu pipeline. 
Para garantir que sua implantação de arquivos de propriedades funcione conforme o esperado, 
consulte Passe dados entre as etapas.

Crie e gerencie SageMaker pipelines

Você pode usar o Amazon SageMaker Model Building Pipelines para criar end-to-end fluxos de 
trabalho que gerenciam e SageMaker implantam trabalhos. SageMaker O Pipelines vem com a 
integração do SDK do SageMaker Python, para que você possa criar cada etapa do seu pipeline 
usando uma interface baseada em Python.

Depois que seu pipeline for implantado, você poderá visualizar o gráfico acíclico direcionado (DAG) 
do seu pipeline e gerenciar suas execuções usando o Amazon Studio. SageMaker Usando o 
SageMaker Studio, você pode obter informações sobre seus pipelines atuais e históricos, comparar 
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execuções, ver o DAG de suas execuções, obter informações de metadados e muito mais. Para 
saber como visualizar pipelines do SageMaker Studio, consulteVisualize, acompanhe e execute 
SageMaker pipelines no Studio SageMaker .

Tópicos

• Definir um pipeline

• Execute um pipeline

• Visualize, acompanhe e execute SageMaker pipelines no Studio SageMaker

Definir um pipeline

Para orquestrar seus fluxos de trabalho com o Amazon SageMaker Model Building Pipelines, você 
precisa gerar um gráfico acíclico direcionado (DAG) na forma de uma definição de pipeline JSON. A 
imagem a seguir é uma representação do pipeline DAG que você cria neste tutorial:
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Você pode gerar sua definição de pipeline JSON usando o SDK do SageMaker Python. O tutorial 
a seguir mostra como gerar uma definição de tubulação para uma tubulação que resolve um 
problema de regressão para determinar a idade de um abalone com base em suas medidas físicas. 
Para um notebook Jupyter que inclui o conteúdo deste tutorial que você pode executar, consulte
Orquestrando trabalhos com o Amazon SageMaker  Model Building Pipelines.

Tópicos

• Pré-requisitos

• Criar um pipeline
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Pré-requisitos

Para executar o tutorial a seguir, faça o seguinte:

• Configure sua instância de caderno conforme descrito em Criar uma instância de caderno. Isso 
dá à sua função permissões para ler e gravar no Amazon S3 e criar trabalhos de treinamento, 
transformação em lote e processamento em. SageMaker

• Conceda ao seu caderno permissões para obter e transmitir seu próprio perfil, conforme mostrado 
em Modificar uma política de permissões de perfil. Adicione o seguinte trecho de código do JSON 
para anexar essa política ao seu perfil. Substitua <your-role-arn> pelo ARN usado para criar 
sua instância de caderno.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetRole", 
                "iam:PassRole" 
            ], 
            "Resource": "<your-role-arn>" 
        } 
    ]
}

• Confie no responsável pelo SageMaker serviço seguindo as etapas em Modificar uma política de 
confiança de função. Adicione o seguinte fragmento de declaração à relação de confiança do seu 
perfil:

{ 
      "Sid": "", 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole" 
    }
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Configurar seu ambiente

Crie uma nova SageMaker sessão usando o bloco de código a seguir. Isso retorna o ARN do perfil 
para a sessão. Esse ARN do perfil deve ser o ARN do perfil de execução que você configura como 
pré-requisito.

import boto3
import sagemaker
import sagemaker.session

region = boto3.Session().region_name
sagemaker_session = sagemaker.session.Session()
role = sagemaker.get_execution_role()
default_bucket = sagemaker_session.default_bucket()
model_package_group_name = f"AbaloneModelPackageGroupName"

Criar um pipeline

Execute as etapas a seguir na instância do seu SageMaker notebook para criar um pipeline, 
incluindo etapas de pré-processamento, treinamento, avaliação, avaliação condicional e registro do 
modelo.

Etapa 1: download do conjunto de dados

Este caderno usa o conjunto de dados do UCI Machine Learning Abalone. O conjunto de dados 
contém os seguintes recursos:

• length – A medida de concha mais longa do abalone.

• diameter – O diâmetro do abalone perpendicular ao seu comprimento.

• height – A altura do abalone com carne na concha.

• whole_weight – O peso do abalone inteiro.

• shucked_weight – O peso da carne retirada do abalone.

• viscera_weight – O peso das vísceras do abalone após o sangramento.

• shell_weight – O peso da concha do abalone após a remoção e secagem da carne.

• sex – O gênero do abalone. Entre 'M', 'F' ou 'I', em que 'I' é um abalone infantil.

• rings – O número de anéis na concha do abalone.
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O número de anéis na concha do abalone é uma boa aproximação de sua idade usando a fórmula
age=rings + 1.5. No entanto, obter esse número é uma tarefa demorada. Você deve cortar a 
concha pelo cone, marcar a seção e contar o número de anéis com um microscópio. No entanto, as 
outras medidas físicas são mais fáceis de determinar. Este caderno usa o conjunto de dados para 
criar um modelo preditivo dos anéis variáveis usando as outras medidas físicas.

Para fazer download do conjunto de dados

1. Faça o download do conjunto de dados no bucket do Amazon S3 padrão da sua conta.

!mkdir -p data
local_path = "data/abalone-dataset.csv"

s3 = boto3.resource("s3")
s3.Bucket(f"sagemaker-servicecatalog-seedcode-{region}").download_file( 
    "dataset/abalone-dataset.csv", 
    local_path
)

base_uri = f"s3://{default_bucket}/abalone"
input_data_uri = sagemaker.s3.S3Uploader.upload( 
    local_path=local_path,  
    desired_s3_uri=base_uri,
)
print(input_data_uri)

2. Faça o download de um segundo conjunto de dados para transformação em lote após a criação 
do modelo.

local_path = "data/abalone-dataset-batch.csv"

s3 = boto3.resource("s3")
s3.Bucket(f"sagemaker-servicecatalog-seedcode-{region}").download_file( 
    "dataset/abalone-dataset-batch", 
    local_path
)

base_uri = f"s3://{default_bucket}/abalone"
batch_data_uri = sagemaker.s3.S3Uploader.upload( 
    local_path=local_path,  
    desired_s3_uri=base_uri,
)
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print(batch_data_uri)

Etapa 2: definir parâmetros do pipeline

Esse bloco de código define os seguintes parâmetros para seu pipeline:

• processing_instance_count – A contagem de instâncias do trabalho de processamento.

• input_data – O local dos dados de entrada no Amazon S3.

• batch_data – O local dos dados de entrada do Amazon S3 para transformação em lote.

• model_approval_status – O status de aprovação com o qual registrar o modelo treinado para 
CI/CD. Para ter mais informações, consulte Automatize MLOPs com projetos SageMaker .

from sagemaker.workflow.parameters import ( 
    ParameterInteger, 
    ParameterString,
)

processing_instance_count = ParameterInteger( 
    name="ProcessingInstanceCount", 
    default_value=1
)
model_approval_status = ParameterString( 
    name="ModelApprovalStatus", 
    default_value="PendingManualApproval"
)
input_data = ParameterString( 
    name="InputData", 
    default_value=input_data_uri,
)
batch_data = ParameterString( 
    name="BatchData", 
    default_value=batch_data_uri,
)

Etapa 3: definir uma etapa de processamento para engenharia de recursos

Esta seção mostra como criar uma etapa de processamento para preparar os dados do conjunto de 
dados para treinamento.
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Para criar uma etapa de processamento

1. Crie um diretório para o script de processamento.

!mkdir -p abalone

2. No diretório /abalone, crie um arquivo denominado preprocessing.py com o conteúdo a 
seguir. Esse script de pré-processamento é transmitido para a etapa de processamento para 
execução nos dados de entrada. Então, a etapa de treinamento usa os recursos e rótulos de 
treinamento pré-processados para treinar um modelo e a etapa de avaliação usa o modelo 
treinado e os recursos e rótulos de teste pré-processados para avaliar o modelo. O script usa
scikit-learn para fazer o seguinte:

• Preencha os dados categóricos sex ausentes e codifique-os para que sejam adequados para 
treinamento.

• Dimensione e normalize todos os campos numéricos, exceto rings e sex.

• Divida os dados em conjuntos de dados de treinamento, teste e validação.

%%writefile abalone/preprocessing.py
import argparse
import os
import requests
import tempfile
import numpy as np
import pandas as pd

from sklearn.compose import ColumnTransformer
from sklearn.impute import SimpleImputer
from sklearn.pipeline import Pipeline
from sklearn.preprocessing import StandardScaler, OneHotEncoder

# Because this is a headerless CSV file, specify the column names here.
feature_columns_names = [ 
    "sex", 
    "length", 
    "diameter", 
    "height", 
    "whole_weight", 
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    "shucked_weight", 
    "viscera_weight", 
    "shell_weight",
]
label_column = "rings"

feature_columns_dtype = { 
    "sex": str, 
    "length": np.float64, 
    "diameter": np.float64, 
    "height": np.float64, 
    "whole_weight": np.float64, 
    "shucked_weight": np.float64, 
    "viscera_weight": np.float64, 
    "shell_weight": np.float64
}
label_column_dtype = {"rings": np.float64}

def merge_two_dicts(x, y): 
    z = x.copy() 
    z.update(y) 
    return z

if __name__ == "__main__": 
    base_dir = "/opt/ml/processing" 

    df = pd.read_csv( 
        f"{base_dir}/input/abalone-dataset.csv", 
        header=None,  
        names=feature_columns_names + [label_column], 
        dtype=merge_two_dicts(feature_columns_dtype, label_column_dtype) 
    ) 
    numeric_features = list(feature_columns_names) 
    numeric_features.remove("sex") 
    numeric_transformer = Pipeline( 
        steps=[ 
            ("imputer", SimpleImputer(strategy="median")), 
            ("scaler", StandardScaler()) 
        ] 
    ) 

    categorical_features = ["sex"] 
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    categorical_transformer = Pipeline( 
        steps=[ 
            ("imputer", SimpleImputer(strategy="constant", fill_value="missing")), 
            ("onehot", OneHotEncoder(handle_unknown="ignore")) 
        ] 
    ) 

    preprocess = ColumnTransformer( 
        transformers=[ 
            ("num", numeric_transformer, numeric_features), 
            ("cat", categorical_transformer, categorical_features) 
        ] 
    ) 
     
    y = df.pop("rings") 
    X_pre = preprocess.fit_transform(df) 
    y_pre = y.to_numpy().reshape(len(y), 1) 
     
    X = np.concatenate((y_pre, X_pre), axis=1) 
     
    np.random.shuffle(X) 
    train, validation, test = np.split(X, [int(.7*len(X)), int(.85*len(X))]) 

     
    pd.DataFrame(train).to_csv(f"{base_dir}/train/train.csv", header=False, 
 index=False) 
    pd.DataFrame(validation).to_csv(f"{base_dir}/validation/validation.csv", 
 header=False, index=False) 
    pd.DataFrame(test).to_csv(f"{base_dir}/test/test.csv", header=False, 
 index=False)

3. Crie uma instância de um SKLearnProcessor para transmitir para a etapa de processamento.

from sagemaker.sklearn.processing import SKLearnProcessor

framework_version = "0.23-1"

sklearn_processor = SKLearnProcessor( 
    framework_version=framework_version, 
    instance_type="ml.m5.xlarge", 
    instance_count=processing_instance_count, 
    base_job_name="sklearn-abalone-process", 
    role=role,
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)

4. Crie uma etapa de processamento. Essa etapa inclui o SKLearnProcessor, os canais de 
entrada e saída e o script preprocessing.py que você criou. Isso é muito semelhante ao
run método de uma instância de processador no SDK do SageMaker Python. O parâmetro
input_data transmitido para ProcessingStep são os dados de entrada da própria etapa. 
Esses dados de entrada são usados pela instância do processador quando ela é executada.

Observe os canais denominados "train, "validation e "test" especificados na 
configuração de saída do trabalho de processamento. A etapa Properties, como essas, 
podem ser usadas em etapas subsequentes e resolvidas para seus valores de tempo de 
execução na execução.

from sagemaker.processing import ProcessingInput, ProcessingOutput
from sagemaker.workflow.steps import ProcessingStep 
     

step_process = ProcessingStep( 
    name="AbaloneProcess", 
    processor=sklearn_processor, 
    inputs=[ 
      ProcessingInput(source=input_data, destination="/opt/ml/processing/input"),   
    ], 
    outputs=[ 
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train"), 
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/
validation"), 
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test") 
    ], 
    code="abalone/preprocessing.py",
)

Etapa 4: definir uma etapa de treinamento

Esta seção mostra como usar o algoritmo SageMaker XGBoost para treinar um modelo na saída de 
dados de treinamento das etapas de processamento.

Para definir uma etapa de treinamento

1. Especifique o caminho do modelo em que você deseja salvar os modelos do treinamento.
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model_path = f"s3://{default_bucket}/AbaloneTrain"

2. Configure um estimador para o algoritmo XGBoost e o conjunto de dados de entrada. O tipo de 
instância de treinamento é transmitido para o estimador. Um script de treinamento típico carrega 
dados dos canais de entrada, configura o treinamento com hiperparâmetros, treina um modelo 
e salva um modelo para que ele model_dir possa ser hospedado posteriormente. SageMaker 
carrega o modelo para o Amazon S3 na forma de model.tar.gz um no final do trabalho de 
treinamento.

from sagemaker.estimator import Estimator

image_uri = sagemaker.image_uris.retrieve( 
    framework="xgboost", 
    region=region, 
    version="1.0-1", 
    py_version="py3", 
    instance_type="ml.m5.xlarge"
)
xgb_train = Estimator( 
    image_uri=image_uri, 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    output_path=model_path, 
    role=role,
)
xgb_train.set_hyperparameters( 
    objective="reg:linear", 
    num_round=50, 
    max_depth=5, 
    eta=0.2, 
    gamma=4, 
    min_child_weight=6, 
    subsample=0.7, 
    silent=0
)

3. Crie uma TrainingStep usando a instância do estimador e as propriedades da
ProcessingStep. Em particular, transmita o canal no S3Uri do "train" e o canal de saída
"validation" para TrainingStep. 
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from sagemaker.inputs import TrainingInput
from sagemaker.workflow.steps import TrainingStep

step_train = TrainingStep( 
    name="AbaloneTrain", 
    estimator=xgb_train, 
    inputs={ 
        "train": TrainingInput( 
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "train" 
            ].S3Output.S3Uri, 
            content_type="text/csv" 
        ), 
        "validation": TrainingInput( 
            s3_data=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "validation" 
            ].S3Output.S3Uri, 
            content_type="text/csv" 
        ) 
    },
)

Etapa 5: definir uma etapa de processamento para avaliação do modelo

Esta seção mostra como criar uma etapa de processamento para avaliar a precisão do modelo. O 
resultado dessa avaliação do modelo é usado na etapa de condição para determinar qual caminho 
de execução seguir.

Para definir uma etapa de processamento para avaliação do modelo

1. Crie um arquivo denominado evaluation.py no diretório /abalone. Esse script é usado em 
uma etapa de processamento para realizar a avaliação do modelo. Ele usa um modelo treinado 
e o conjunto de dados de teste como entrada e, em seguida, produz um arquivo JSON contendo 
métricas de avaliação de classificação.

%%writefile abalone/evaluation.py
import json
import pathlib
import pickle
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import tarfile
import joblib
import numpy as np
import pandas as pd
import xgboost

from sklearn.metrics import mean_squared_error

if __name__ == "__main__": 
    model_path = f"/opt/ml/processing/model/model.tar.gz" 
    with tarfile.open(model_path) as tar: 
        tar.extractall(path=".") 
     
    model = pickle.load(open("xgboost-model", "rb")) 

    test_path = "/opt/ml/processing/test/test.csv" 
    df = pd.read_csv(test_path, header=None) 
     
    y_test = df.iloc[:, 0].to_numpy() 
    df.drop(df.columns[0], axis=1, inplace=True) 
     
    X_test = xgboost.DMatrix(df.values) 
     
    predictions = model.predict(X_test) 

    mse = mean_squared_error(y_test, predictions) 
    std = np.std(y_test - predictions) 
    report_dict = { 
        "regression_metrics": { 
            "mse": { 
                "value": mse, 
                "standard_deviation": std 
            }, 
        }, 
    } 

    output_dir = "/opt/ml/processing/evaluation" 
    pathlib.Path(output_dir).mkdir(parents=True, exist_ok=True) 
     
    evaluation_path = f"{output_dir}/evaluation.json" 
    with open(evaluation_path, "w") as f: 
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        f.write(json.dumps(report_dict))

2. Crie uma instância de um ScriptProcessor que seja usada para criar uma
ProcessingStep.

from sagemaker.processing import ScriptProcessor

script_eval = ScriptProcessor( 
    image_uri=image_uri, 
    command=["python3"], 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
    base_job_name="script-abalone-eval", 
    role=role,
)

3. Crie um ProcessingStep usando a instância do processador, os canais de entrada e saída e 
o evaluation.py script. Em particular, passe a S3ModelArtifacts propriedade da etapa 
de step_train treinamento, bem como a S3Uri do canal de "test" saída da etapa de
step_process processamento. Isso é muito semelhante ao run método de uma instância de 
processador no SDK do SageMaker Python. 

from sagemaker.workflow.properties import PropertyFile

evaluation_report = PropertyFile( 
    name="EvaluationReport", 
    output_name="evaluation", 
    path="evaluation.json"
)
step_eval = ProcessingStep( 
    name="AbaloneEval", 
    processor=script_eval, 
    inputs=[ 
        ProcessingInput( 
            source=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
            destination="/opt/ml/processing/model" 
        ), 
        ProcessingInput( 
            source=step_process.properties.ProcessingOutputConfig.Outputs[ 
                "test" 
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            ].S3Output.S3Uri, 
            destination="/opt/ml/processing/test" 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput(output_name="evaluation", source="/opt/ml/processing/
evaluation"), 
    ], 
    code="abalone/evaluation.py", 
    property_files=[evaluation_report],
)

Etapa 6: Definir uma CreateModelStep para transformação em lote

Important

Recomendamos usar Etapa do modelo para criar modelos a partir da versão 2.90.0 do SDK 
do Python SageMaker . CreateModelStepcontinuará funcionando nas versões anteriores 
do SDK do SageMaker Python, mas não tem mais suporte ativo.

Esta seção mostra como criar um SageMaker modelo a partir da saída da etapa de treinamento. 
Esse modelo é usado para transformação em lote em um novo conjunto de dados. Essa etapa é 
transmitida para a etapa de condição e só é executada se a etapa de condição for avaliada como
true.

Para definir uma CreateModelStep para transformação em lote

1. Crie um SageMaker modelo. Transmita a propriedade S3ModelArtifacts a partir da etapa de 
treinamento step_train.

from sagemaker.model import Model

model = Model( 
    image_uri=image_uri, 
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
    sagemaker_session=sagemaker_session, 
    role=role,
)
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2. Defina a entrada do modelo para seu SageMaker modelo.

from sagemaker.inputs import CreateModelInput

inputs = CreateModelInput( 
    instance_type="ml.m5.large", 
    accelerator_type="ml.eia1.medium",
)

3. Crie seu CreateModelStep usando a instância CreateModelInput e SageMaker modelo 
que você definiu.

from sagemaker.workflow.steps import CreateModelStep

step_create_model = CreateModelStep( 
    name="AbaloneCreateModel", 
    model=model, 
    inputs=inputs,
)

Etapa 7: Definir uma TransformStep para realizar a transformação em lote

Esta seção mostra como criar uma TransformStep para realizar a transformação em lote em 
um conjunto de dados após o treinamento do modelo. Essa etapa é transmitida para a etapa de 
condição e só é executada se a etapa de condição for avaliada como true.

Para definir uma TransformStep para realizar a transformação em lote

1. Crie uma instância transformadora com o tipo de instância de computação apropriado, a 
contagem de instâncias e o URI de saída desejado do bucket Amazon S3. Transmita a 
propriedade ModelName a partir das etapas step_create_model e CreateModel.

from sagemaker.transformer import Transformer

transformer = Transformer( 
    model_name=step_create_model.properties.ModelName, 
    instance_type="ml.m5.xlarge", 
    instance_count=1, 
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    output_path=f"s3://{default_bucket}/AbaloneTransform"
)

2. Crie uma TransformStep usando a instância do transformador que você definiu e o parâmetro 
do pipeline batch_data.

from sagemaker.inputs import TransformInput
from sagemaker.workflow.steps import TransformStep

step_transform = TransformStep( 
    name="AbaloneTransform", 
    transformer=transformer, 
    inputs=TransformInput(data=batch_data)
)

Etapa 8: Definir uma RegisterModel etapa para criar um Model Package

Important

Recomendamos usar Etapa do modelo para registrar modelos a partir da versão 2.90.0 
do SDK do Python SageMaker . RegisterModelcontinuará funcionando nas versões 
anteriores do SDK do SageMaker Python, mas não tem mais suporte ativo.

Esta seção mostra como criar uma instância de RegisterModel. O resultado da execução do
RegisterModel em um pipeline é um pacote de modelo. Um pacote de modelo é uma abstração 
de artefatos de modelo reutilizável que empacota todos os ingredientes necessários para a 
inferência. Ele consiste em uma especificação de inferência que define a imagem de inferência a ser 
usada junto com uma localização opcional de pesos do modelo. Um grupo de pacotes de modelos 
é uma coleção de pacotes de modelos. Você pode usar um ModelPackageGroup for SageMaker 
Pipelines para adicionar uma nova versão e pacote de modelo ao grupo para cada execução de 
pipeline. Para obter mais informações sobre registro de modelos, consulte Registrar e implantar 
modelos com o Registro do modelo.

Essa etapa é transmitida para a etapa de condição e só é executada se a etapa de condição for 
avaliada como true.
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Para definir uma RegisterModel etapa para criar um pacote de modelo

• Construa uma etapa RegisterModel usando a instância do estimador que você usou para 
a etapa de treinamento. Transmita a propriedade S3ModelArtifacts a partir da etapa de 
treinamento step_train e especifique um ModelPackageGroup. SageMaker O Pipelines cria 
isso ModelPackageGroup para você.

from sagemaker.model_metrics import MetricsSource, ModelMetrics  
from sagemaker.workflow.step_collections import RegisterModel

model_metrics = ModelMetrics( 
    model_statistics=MetricsSource( 
        s3_uri="{}/evaluation.json".format( 
            step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]
["S3Uri"] 
        ), 
        content_type="application/json" 
    )
)
step_register = RegisterModel( 
    name="AbaloneRegisterModel", 
    estimator=xgb_train, 
    model_data=step_train.properties.ModelArtifacts.S3ModelArtifacts, 
    content_types=["text/csv"], 
    response_types=["text/csv"], 
    inference_instances=["ml.t2.medium", "ml.m5.xlarge"], 
    transform_instances=["ml.m5.xlarge"], 
    model_package_group_name=model_package_group_name, 
    approval_status=model_approval_status, 
    model_metrics=model_metrics
)

Etapa 9: definir uma etapa de condição para verificar a precisão do modelo

A ConditionStep permite que os SageMaker pipelines suportem a execução condicional em seu 
DAG de pipeline com base na condição das propriedades da etapa. Nesse caso, você só registra um 
pacote de modelo se a precisão desse modelo, conforme determinada pela etapa de avaliação do 
modelo, exceder o valor necessário. Se a precisão exceder o valor necessário, o pipeline também 
cria um SageMaker modelo e executa a transformação em lote em um conjunto de dados. Esta 
seção mostra como definir a etapa de Condição.
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Para definir uma etapa de condição para verificar a precisão do modelo

1. Defina uma condição ConditionLessThanOrEqualTo usando o valor de precisão encontrado 
na saída da etapa de processamento da avaliação do modelo, step_eval. Obtenha essa saída 
usando o arquivo de propriedades que você indexou na etapa de processamento e o respectivo 
JSONPath do valor médio do erro quadrático, "mse".

from sagemaker.workflow.conditions import ConditionLessThanOrEqualTo
from sagemaker.workflow.condition_step import ConditionStep
from sagemaker.workflow.functions import JsonGet

cond_lte = ConditionLessThanOrEqualTo( 
    left=JsonGet( 
        step_name=step_eval.name, 
        property_file=evaluation_report, 
        json_path="regression_metrics.mse.value" 
    ), 
    right=6.0
)

2. Construa uma ConditionStep. Transmita a condição ConditionEquals e, em seguida, 
defina as etapas de registro do pacote modelo e de transformação em lote como as próximas 
etapas, caso a condição seja aprovada.

step_cond = ConditionStep( 
    name="AbaloneMSECond", 
    conditions=[cond_lte], 
    if_steps=[step_register, step_create_model, step_transform], 
    else_steps=[],  
)

Etapa 10: criar um pipeline

Agora que você criou todas as etapas, combine-as em um pipeline.

Para criar um pipeline

1. Defina o seguinte para seu pipeline: name, parameters e steps. Os nomes devem ser 
exclusivos dentro de um par (account, region).
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Note

Uma etapa só pode aparecer uma vez na lista de etapas do pipeline ou nas listas de 
etapas hipotéticas da etapa de condição. Ela não pode aparecer em ambas.

from sagemaker.workflow.pipeline import Pipeline

pipeline_name = f"AbalonePipeline"
pipeline = Pipeline( 
    name=pipeline_name, 
    parameters=[ 
        processing_instance_count, 
        model_approval_status, 
        input_data, 
        batch_data, 
    ], 
    steps=[step_process, step_train, step_eval, step_cond],
)

2. (Opcional) Examine a definição do pipeline JSON para garantir que ela esteja bem formada.

import json

json.loads(pipeline.definition())

Essa definição de pipeline está pronta para ser enviada SageMaker. No próximo tutorial, você envia 
esse pipeline SageMaker e inicia uma execução.

Próxima etapa: Execute um pipeline

Execute um pipeline

Depois de criar uma definição de pipeline usando o SDK do SageMaker Python, você pode enviá-la 
SageMaker para iniciar sua execução. O tutorial a seguir mostra como enviar um pipeline, iniciar uma 
execução, examinar os resultados dessa execução e excluir seu pipeline.

Tópicos

Amazon SageMaker Model Building Pipelines 5008



Amazon SageMaker Guia do Desenvolvedor

• Pré-requisitos

• Etapa 1: iniciar o pipeline

• Etapa 2: examinar a execução de um pipeline

• Etapa 3: substituir parâmetros padrão para a execução de um pipeline

• Etapa 4: interromper e excluir a execução de um pipeline

Pré-requisitos

Este tutorial requer o seguinte:

• Uma instância de SageMaker notebook. 

• Uma definição de SageMaker pipeline de Pipelines. Este tutorial pressupõe que você esteja 
usando a definição de pipeline criada ao concluir o tutorial Definir um pipeline.

Etapa 1: iniciar o pipeline

Primeiro, você precisa iniciar o pipeline.

Para iniciar o pipeline

1. Examine a definição do pipeline JSON para garantir que ela esteja bem formada.

import json

json.loads(pipeline.definition())

2. Envie a definição do SageMaker pipeline ao serviço Pipelines para criar um pipeline, se ele não 
existir, ou atualize o pipeline, se existir. A função passada é usada pelo SageMaker Pipelines 
para criar todos os trabalhos definidos nas etapas.

pipeline.upsert(role_arn=role)

3. Inicie a execução de um pipeline.

execution = pipeline.start()
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Etapa 2: examinar a execução de um pipeline

Em seguida, você precisa examinar a execução do pipeline.

Para examinar a execução de um pipeline

1. Descreva o status de execução do pipeline para garantir que ele tenha sido criado e iniciado 
com sucesso.

execution.describe()

2. Aguarde o término da execução.

execution.wait()

3. Liste as etapas de execução e seu status.

execution.list_steps()

A saída será semelhante a:

[{'StepName': 'AbaloneTransform', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 27, 870000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 45, 50, 492000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'TransformJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:transform-job/pipelines-cfvy1tjuxdq8-abalonetransform-
ptyjoef3jy'}}}, 
 {'StepName': 'AbaloneRegisterModel', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 929000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 28, 15000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'RegisterModel': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:model-package/abalonemodelpackagegroupname/1'}}}, 
 {'StepName': 'AbaloneCreateModel', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 895000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 27, 708000, tzinfo=tzlocal()), 
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  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'Model': {'Arn': 'arn:aws:sagemaker:us-east-2:111122223333:model/
pipelines-cfvy1tjuxdq8-abalonecreatemodel-jl94rai0ra'}}}, 
 {'StepName': 'AbaloneMSECond', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 41, 25, 558000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 26, 329000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'Condition': {'Outcome': 'True'}}}, 
 {'StepName': 'AbaloneEval', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 37, 34, 767000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 41, 18, 80000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'ProcessingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:processing-job/pipelines-cfvy1tjuxdq8-abaloneeval-
zfraozhmny'}}}, 
 {'StepName': 'AbaloneTrain', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 34, 55, 867000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 37, 34, 34000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'TrainingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:training-job/pipelines-cfvy1tjuxdq8-abalonetrain-
tavd6f3wdf'}}}, 
 {'StepName': 'AbaloneProcess', 
  'StartTime': datetime.datetime(2020, 11, 21, 2, 30, 27, 160000, 
 tzinfo=tzlocal()), 
  'EndTime': datetime.datetime(2020, 11, 21, 2, 34, 48, 390000, tzinfo=tzlocal()), 
  'StepStatus': 'Succeeded', 
  'CacheHitResult': {'SourcePipelineExecutionArn': ''}, 
  'Metadata': {'ProcessingJob': {'Arn': 'arn:aws:sagemaker:us-
east-2:111122223333:processing-job/pipelines-cfvy1tjuxdq8-abaloneprocess-
mgqyfdujcj'}}}]

4. Depois que a execução do pipeline for concluída, baixe o arquivo evaluation.json resultante 
do Amazon S3 para examinar o relatório.

evaluation_json = sagemaker.s3.S3Downloader.read_file("{}/evaluation.json".format( 

Amazon SageMaker Model Building Pipelines 5011



Amazon SageMaker Guia do Desenvolvedor

    step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]
["S3Uri"]
))
json.loads(evaluation_json)

Etapa 3: substituir parâmetros padrão para a execução de um pipeline

Você pode executar execuções adicionais do pipeline especificando diferentes parâmetros do 
pipeline para substituir os padrões.

Para substituir os parâmetros padrão

1. Crie a execução do pipeline. Isso inicia outra execução do pipeline com a substituição do status 
de aprovação do modelo definido como “Aprovado”. Isso significa que a versão do pacote de 
modelo gerada pela RegisterModel etapa está automaticamente pronta para implantação 
por meio de pipelines de CI/CD, como com Projetos. SageMaker Para ter mais informações, 
consulte Automatize MLOPs com projetos SageMaker .

execution = pipeline.start( 
    parameters=dict( 
        ModelApprovalStatus="Approved", 
    )
)

2. Aguarde o término da execução.

execution.wait()

3. Liste as etapas de execução e seu status.

execution.list_steps()

4. Depois que a execução do pipeline for concluída, baixe o arquivo evaluation.json resultante 
do Amazon S3 para examinar o relatório.

evaluation_json = sagemaker.s3.S3Downloader.read_file("{}/evaluation.json".format( 
    step_eval.arguments["ProcessingOutputConfig"]["Outputs"][0]["S3Output"]
["S3Uri"]
))
json.loads(evaluation_json)
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Etapa 4: interromper e excluir a execução de um pipeline

Ao concluir seu pipeline, você pode interromper qualquer execução em andamento e excluir o 
pipeline.

Para interromper e excluir a execução de um pipeline

1. Interrompa a execução do pipeline.

execution.stop()

2. Exclua o pipeline.

pipeline.delete()

Visualize, acompanhe e execute SageMaker pipelines no Studio SageMaker

Para visualizar, rastrear e executar o Amazon SageMaker Pipelines no Amazon SageMaker Studio, 
você deve entrar no Studio. Para obter mais informações, consulte Launch Amazon SageMaker 
Studio.

Tópicos

• Visualizar um pipeline

• Visualizar a execução de um pipeline

• Faça o download de uma definição de pipeline

• Exibir entidades de experimentos criadas por SageMaker pipelines

• Iniciar (e interromper) a execução de um pipeline

• Rastreie a linhagem de um pipeline de SageMaker ML

Visualizar um pipeline

Esse procedimento mostra como encontrar um funil diretamente e visualizar sua página de detalhes. 
Você também pode encontrar pipelines que fazem parte de um projeto listado na página de detalhes 
do projeto. Para obter informações sobre como encontrar um pipeline que faz parte de um projeto, 
consulteAutomatize MLOPs com projetos SageMaker .

Para ver uma lista de pipelines no console do Amazon SageMaker Studio, conclua as etapas a 
seguir com base no uso do Studio ou do Studio Classic.
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Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, selecione Pipelines.

3. (Opcional) Para filtrar a lista de pipelines por nome, insira um nome completo ou parcial do 
pipeline no campo de pesquisa.

4. Selecione um nome de pipeline para visualizar detalhes sobre ele. A página Execuções
do pipeline é aberta e exibe uma lista das execuções do pipeline. Use o ícone Coluna

( ) 
para escolher quais colunas serão exibidas.

5. Na página Execuções do pipeline, escolha uma das seguintes páginas nos menus 
suspensos Visão geral, Configurações ou Detalhes (à esquerda da tabela de execuções do 
pipeline) para ver os detalhes do pipeline:

• Execuções – Detalhes sobre as execuções.

• Gráfico – O DAG do pipeline.

• Parâmetros – Inclui o status de aprovação do modelo.

• Informações — Os metadados associados ao pipeline, como o Amazon Resource Name 
(ARN) do pipeline e o ARN da função. Você também pode editar a descrição do funil nesta 
página.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Pipelines no menu.

4. Para restringir a lista de pipelines por nome, insira um nome de pipeline completo ou parcial 
no campo de pesquisa.

5. Selecione um nome de pipeline para visualizar detalhes sobre ele. A aba de 
detalhes do pipeline abrirá e exibirá uma lista das execuções do pipeline. 
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Você pode iniciar uma execução ou escolher uma das outras abas para obter 
mais informações sobre o pipeline. Use o ícone do Inspetor de propriedades

( ) 
para escolher quais colunas exibir.

6. Na página de detalhes do pipeline, escolha uma das abas a seguir para ver detalhes sobre o 
pipeline:

• Execuções – Detalhes sobre as execuções. Você pode criar uma execução nessa aba ou 
na aba Gráfico.

• Gráfico – O DAG do pipeline.

• Parâmetros – Inclui o status de aprovação do modelo.

• Configurações – Os metadados associados ao pipeline. Você pode baixar o arquivo de 
definição do pipeline e editar o nome e a descrição do pipeline nessa aba.

Visualizar a execução de um pipeline

Este procedimento mostra como visualizar a execução de um pipeline. Para obter informações 
sobre como visualizar uma lista de execuções de pipeline e como usar a SageMaker pesquisa para 
restringir as execuções na lista, consulte. Visualizar um pipeline

Para visualizar a execução de um pipeline no console do Amazon SageMaker Studio, conclua as 
etapas a seguir com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, selecione Pipelines.

3. (Opcional) Para filtrar a lista de pipelines por nome, insira um nome completo ou parcial do 
pipeline no campo de pesquisa.

4. Selecione um nome de pipeline para visualizar detalhes sobre ele. A página Execuções do 
pipeline é aberta e exibe uma lista das execuções do pipeline.

5. Selecione o nome da execução de um pipeline para visualizar. O gráfico do pipeline da 
execução é exibido.

6. (Opcional) Selecione uma etapa no menu suspenso Selecionar etapa à direita do gráfico 
para centralizar o gráfico na etapa escolhida. Use os ícones de redimensionamento no lado 

Amazon SageMaker Model Building Pipelines 5015

https://docs.aws.amazon.com/sagemaker/latest/dg/studio-updated-launch.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-updated-launch.html


Amazon SageMaker Guia do Desenvolvedor

inferior direito do gráfico para ampliar e reduzir o gráfico, ajustar o gráfico à tela e expandir o 
gráfico para tela cheia. Para focar em uma parte específica do gráfico, você pode selecionar 
uma área em branco do gráfico e arrastar o gráfico para centralizar nessa área.

7. Escolha uma das etapas do pipeline no gráfico para ver detalhes sobre a etapa. Você pode 
ver os detalhes da execução da etapa nas seguintes guias:

• Visão geral — Detalhes relacionados à execução da etapa, incluindo status e tempo de 
execução, métricas e gráficos relacionados e localização dos arquivos dos materiais de 
saída.

• Configurações — Parâmetros e valores relacionados à etapa do pipeline, conforme 
definido pela definição JSON da etapa. Inclui scripts de entrada e conjuntos de dados.

• Detalhes — Informações gerais sobre a etapa, incluindo o tipo de etapa (como 
processamento ou treinamento) e a localização dos arquivos de log.
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Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Pipelines no menu.

4. Para restringir a lista de pipelines por nome, insira um nome de pipeline completo ou parcial 
no campo de pesquisa.

5. Selecione o nome do pipeline. A página de execuções do pipeline é aberta.

6. Na página Execuções, selecione um nome de execução para ver detalhes sobre a execução. 
A aba de detalhes da execução abrirá e exibirá um gráfico das etapas do pipeline.

7. Para pesquisar uma etapa por nome, digite caracteres que correspondam ao nome da etapa 
no campo de pesquisa. Use os ícones de redimensionamento no lado inferior direito do 
gráfico para ampliar e reduzir o gráfico, ajustar o gráfico à tela e expandir o gráfico para tela 
cheia. Para focar em uma parte específica do gráfico, você pode selecionar uma área em 
branco do gráfico e arrastar o gráfico para centralizar nessa área.
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8. Escolha uma das etapas do pipeline no gráfico para ver detalhes sobre a etapa. Na captura 
de tela anterior, uma etapa de treinamento é escolhida e exibe as seguintes abas:

• Entrada – As entradas de treinamento. Se uma fonte de entrada for do Amazon Simple 
Storage Service (Amazon S3), escolha o link para visualizar o arquivo no console do 
Amazon S3.

• Saída – Os resultados do treinamento, como métricas, gráficos, arquivos e resultados da 
avaliação. Os gráficos são produzidos usando as APIs do Tracker.

• Registros — Os CloudWatch registros da Amazon produzidos por etapa.

• Informações – Os parâmetros e metadados associados à etapa.
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Faça o download de uma definição de pipeline

Você pode baixar uma definição de pipeline no console do Amazon SageMaker Studio. Para baixar 
uma definição de pipeline, conclua as etapas a seguir com base no uso do Studio ou do Studio 
Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, selecione Pipelines.

3. (Opcional) Para filtrar a lista de pipelines por nome, insira um nome completo ou parcial do 
pipeline no campo de pesquisa.

4. Selecione o nome do pipeline. A página Execuções é aberta e exibe uma lista das execuções 
do pipeline.

5. Fique na página Execuções ou escolha a página Gráfico, Informações ou Parâmetros à 
esquerda da tabela de execuções do pipeline. Você pode baixar a definição do pipeline em 
qualquer uma dessas páginas.

6. No canto superior direito da página, escolha a elipse vertical e escolha Baixar definição de 
pipeline (JSON).
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Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Pipelines no menu.

4. Para restringir a lista de pipelines por nome, insira um nome de pipeline completo ou parcial 
no campo de pesquisa.

5. Selecione o nome do pipeline.

6. Escolha a guia Configurações.

7. Escolha Baixar arquivo de definição de pipeline.

Exibir entidades de experimentos criadas por SageMaker pipelines

Note

SageMaker Experimentos é um recurso fornecido somente no Studio Classic.

Quando você cria um pipeline e especifica pipeline_experiment_config, o SageMaker Pipelines cria 
as seguintes entidades SageMaker Experiments por padrão, caso elas não existam:

• Um experimento para o pipeline

• Um grupo de execução para cada execução do pipeline

• Uma execução para cada SageMaker tarefa criada em uma etapa do pipeline

Para obter informações sobre como os experimentos são integrados aos pipelines, 
consulteIntegração SageMaker com Amazon Experiments. Para obter mais informações sobre 
SageMaker experimentos, consulteGerencie o Machine Learning com a Amazon SageMaker 
Experiments.

Você pode acessar a lista de execuções associadas a um pipeline na lista de execuções do pipeline 
ou na lista de experimentos.

Para visualizar a lista de execuções a partir da lista de execuções do pipeline

Amazon SageMaker Model Building Pipelines 5020

https://docs.aws.amazon.com/sagemaker/latest/dg/studio-launch.html
https://sagemaker.readthedocs.io/en/stable/workflows/pipelines/sagemaker.workflow.pipelines.html#sagemaker.workflow.pipeline.Pipeline.pipeline_experiment_config


Amazon SageMaker Guia do Desenvolvedor

1. Para ver a lista de execuções do pipeline, siga as cinco primeiras etapas na guia Studio Classic
doVisualizar um pipeline.

2. No canto superior direito da tela, escolha o ícone Filtro

( ).

3. Escolha Experiência. Se a integração do experimento não foi desativada quando o pipeline foi 
criado, o nome do experimento será exibido na lista de execuções.

Note

A integração de experimentos foi introduzida na versão 2.41.0 do SDK do Amazon
Python SageMaker . Os pipelines criados com uma versão anterior do SDK não são 
integrados aos experimentos por padrão.

4. Selecione o experimento de sua preferência para visualizar grupos de execução e execuções 
relacionados a esse experimento.

Para ver a lista de execuções a partir da lista de experimentos

1. Na barra lateral esquerda do Studio Classic, escolha o ícone Início

( ).

2. Selecione Experimentos no menu.

3. Use a barra de pesquisa ou o ícone Filtro

( ) 
para filtrar a lista de experimentos criados por um pipeline.

4. Abra o nome de um experimento e visualize uma lista das execuções criadas pelo pipeline.

Iniciar (e interromper) a execução de um pipeline

Você pode iniciar e interromper a execução de um pipeline no console do Amazon SageMaker 
Studio. Para obter informações sobre como visualizar uma lista de execuções de pipeline, 
consulteVisualizar um pipeline.

Para iniciar e interromper a execução de um pipeline no console do Amazon SageMaker Studio, 
conclua as etapas a seguir com base no uso do Studio ou do Studio Classic.
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Studio

Para iniciar a execução de um pipeline

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, selecione Pipelines.

3. (Opcional) Para filtrar a lista de pipelines por nome, insira um nome completo ou parcial do 
pipeline no campo de pesquisa.

4. Selecione o nome do pipeline. A página Execuções é aberta e exibe uma lista das execuções 
do pipeline.

5. Você pode criar uma execução nas páginas Execuções ou Gráfico. Para criar uma execução 
na página Execuções, escolha Criar. Para criar uma execução na página Gráfico, escolha
Gráfico à esquerda da tabela de execuções e, em seguida, Criar execução no canto superior 
direito do DAG.

6. Insira ou atualize as seguintes informações obrigatórias:

• Nome — Um nome exclusivo para sua conta na AWS região.

• Descrição — Uma descrição opcional para sua execução.

• ProcessingInstanceType— O tipo de instância do Amazon EC2 a ser usado para o 
trabalho de processamento.

• TrainingInstanceType— O tipo de instância do Amazon EC2 a ser usado para o trabalho 
de treinamento

• InputData— O URI do Amazon S3 para os dados de entrada.

• PreprocessScript— O URI do Amazon S3 para o script de pré-processamento.

• EvaluateScript— O URI do Amazon S3 para o script de avaliação do modelo.

• AccuracyConditionThreshold— O limite de precisão do modelo a ser alcançado para 
registrar o modelo no registro.

• ModelGroup— O registro no qual registrar o modelo.

• MaximumParallelTrainingJobs— O número máximo de trabalhos de treinamento a serem 
executados paralelamente.

• MaximumTrainingJobs— O número máximo de trabalhos de treinamento a serem 
executados.

7. Escolha Criar.
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Para interromper a execução de um pipeline

1. No painel de navegação esquerdo, selecione Pipelines.

2. (Opcional) Para filtrar a lista de pipelines por nome, insira um nome completo ou parcial do 
pipeline no campo de pesquisa.

3. Selecione o nome do pipeline. A página Execuções é aberta e exibe uma lista das execuções 
do pipeline.

4. Selecione a execução a ser interrompida.

5. Escolha Parar.

Para retomar a execução de um pipeline interrompido

1. No painel de navegação esquerdo, selecione Pipelines.

2. (Opcional) Para filtrar a lista de pipelines por nome, insira um nome completo ou parcial do 
pipeline no campo de pesquisa.

3. Selecione o nome do pipeline. A página Execuções é aberta e exibe uma lista das execuções 
do pipeline.

4. Selecione a execução a ser retomada.

5. Escolha Revisar.

Studio Classic

Para iniciar, interromper ou retomar a execução de um pipeline

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Pipelines no menu.

4. Para restringir a lista de pipelines por nome, insira um nome de pipeline completo ou parcial 
no campo de pesquisa.

5. Selecione o nome do pipeline.

6. Na aba Execuções ou Gráfico na lista de execução, escolha Criar execução.

Amazon SageMaker Model Building Pipelines 5023

https://docs.aws.amazon.com/sagemaker/latest/dg/studio-launch.html


Amazon SageMaker Guia do Desenvolvedor

7. Insira ou atualize as seguintes informações obrigatórias:

• Name – Deve ser único na sua conta em uma Região da AWS.

• ProcessingInstanceCount— O número de instâncias a serem usadas para processamento.

• ModelApprovalStatus— Para sua conveniência.

• InputDataUrl— O URI do Amazon S3 dos dados de entrada.

8. Escolha Iniciar.

• Para ver detalhes da execução ou interrompê-la, escolha Visualizar detalhes no banner de 
status.

• Para interromper a execução, escolha Parar no banner de status.

• Para retomar a execução de onde ela foi interrompida, escolha Retomar no banner de status.

Note

Se seu pipeline falhar, o banner de status mostrará o status Falha. Depois de solucionar a 
falha na etapa, escolha Tentar novamente no banner de status para retomar a execução 
do pipeline a partir dessa etapa.

Para obter uma lista dos modelos registrados, consulte Automatize MLOPs com projetos 
SageMaker .

Rastreie a linhagem de um pipeline de SageMaker ML

Neste tutorial, você usa o Amazon SageMaker Studio para rastrear a linhagem de um Amazon 
SageMaker ML Pipeline.

O pipeline foi criado pelo notebook Orchestrating Jobs with Amazon SageMaker Model Building 
Pipelines no repositório de exemplos da Amazon SageMaker . GitHub Para obter informações 
detalhadas sobre como o pipeline foi criado, consulte Definir um pipeline.

O rastreamento de linhagem no Studio é centrado em torno de um gráfico acíclico dirigido (DAG). 
O DAG representa as etapas em um pipeline. No DAG, você pode rastrear a linhagem de qualquer 
etapa para qualquer outra etapa. O diagrama a seguir mostra as etapas do pipeline. Essas etapas 
aparecem como um DAG no Studio.
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Para rastrear a linhagem de um pipeline no console do Amazon SageMaker Studio, conclua as 
etapas a seguir com base no uso do Studio ou do Studio Classic.

Studio

Para rastrear a linhagem de um pipeline

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, selecione Pipelines.

3. (Opcional) Para filtrar a lista de pipelines por nome, insira um nome completo ou parcial do 
pipeline no campo de pesquisa.

4. Na coluna Nome, selecione um nome de pipeline para ver detalhes sobre o pipeline. A 
página Execuções do pipeline é aberta e exibe uma lista das execuções do pipeline.

5. Na coluna Nome da tabela Execuções, selecione o nome de uma execução de pipeline a ser 
visualizada.

6. No canto superior direito da página Execuções, escolha a elipse vertical e escolha Download 
pipeline definition (JSON). Você pode visualizar o arquivo para ver como o gráfico do pipeline 
foi definido.

7. Use os ícones de redimensionamento no lado inferior direito do gráfico para ampliar e reduzir 
o gráfico, ajustar o gráfico à tela ou expandir o gráfico para tela cheia. Para focar em uma 
parte específica do gráfico, você pode selecionar uma área em branco do gráfico e arrastar 
o gráfico para centralizar nessa área. A inserção no lado inferior direito do gráfico mostra o 
local do gráfico.

A imagem a seguir mostra um exemplo de gráfico de pipeline com ícones de inserção e 
redimensionamento. Além disso, as guias à direita do gráfico contêm informações detalhadas 
sobre a execução do seu pipeline.
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8. Para visualizar seus conjuntos de dados de treinamento, validação e teste, conclua as 
seguintes etapas:

a. Escolha a etapa de processamento no gráfico do pipeline.

b. Na guia Visão geral, na seção Arquivos, encontre os caminhos do Amazon S3 para os 
conjuntos de dados de treinamento, validação e teste.

9. Para visualizar os artefatos do seu modelo, conclua as seguintes etapas:

a. Escolha a etapa de treinamento no gráfico do seu pipeline.

b. Na guia Visão geral, na seção Arquivos, encontre os caminhos do Amazon S3 para o 
artefato do modelo.

10. Para encontrar o ARN do pacote de modelos, conclua as seguintes etapas:

a. Escolha a etapa de registro do modelo (RegisterModel).

b. Na guia Visão geral, na seção Arquivos, localize o ARN do pacote do modelo.
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Studio Classic

Para rastrear a linhagem de um pipeline

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. Na barra lateral esquerda do Studio, escolha o ícone Início

( ).

3. No menu, selecione Pipelines.

4. Use a caixa de Pesquisa para filtrar a lista de pipelines.

5. Escolha o AbalonePipeline pipeline para ver a lista de execução e outros detalhes sobre 
o pipeline.

6. Escolha o ícone do Inspetor de propriedades

( ) 
na barra lateral direita para abrir o painel PROPRIEDADES DA TABELA, onde você pode 
escolher quais propriedades exibir.

7. Escolha a aba Configurações e, em seguida, escolha Baixar arquivo de definição de pipeline. 
Você pode visualizar o arquivo para ver como o gráfico do pipeline foi definido.

8. Na guia Execução, selecione a primeira linha na lista de execução para visualizar seu gráfico 
de execução e outros detalhes sobre a execução. Observe que o gráfico corresponde ao 
diagrama exibido no início do tutorial.

Use os ícones de redimensionamento no lado inferior direito do gráfico para ampliar e reduzir 
o gráfico, ajustar o gráfico à tela ou expandir o gráfico para tela cheia. Para focar em uma 
parte específica do gráfico, você pode selecionar uma área em branco do gráfico e arrastar 
o gráfico para centralizar nessa área. A inserção no lado inferior direito do gráfico mostra o 
local do gráfico.
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9. Na aba Gráfico, escolha a etapa AbaloneProcess para visualizar detalhes sobre ela.

10. Encontre os caminhos do Amazon S3 para os conjuntos de dados de treinamento, validação 
e teste na aba Saída, em Arquivos.

Note

Para obter os caminhos completos, clique com o botão direito do mouse no caminho 
e escolha Copiar conteúdo da célula.

s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-
process-2020-12-05-17-28-28-509/output/train
s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-
process-2020-12-05-17-28-28-509/output/validation
s3://sagemaker-eu-west-1-acct-id/sklearn-abalone-
process-2020-12-05-17-28-28-509/output/test

11. Escolha a etapa AbaloneTrain.
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12. Encontre o caminho do Amazon S3 para o artefato do modelo na aba Saída, em Arquivos:

s3://sagemaker-eu-west-1-acct-id/AbaloneTrain/pipelines-6locnsqz4bfu-
AbaloneTrain-NtfEpI0Ahu/output/model.tar.gz

13. Escolha a etapa AbaloneRegisterModel.

14. Encontre o ARN do pacote do modelo na aba Saída, em Arquivos:

arn:aws:sagemaker:eu-west-1:acct-id:model-package/abalonemodelpackagegroupname/2

Orquestração do Kubernetes

Você pode orquestrar seus trabalhos de SageMaker treinamento e inferência com SageMaker 
Operators for Kubernetes e Components for Kubeflow Pipelines. SageMaker SageMaker Os 
operadores do Kubernetes facilitam que desenvolvedores e cientistas de dados que usam o 
Kubernetes treinem, ajustem e implantem modelos de aprendizado de máquina (ML). SageMaker 
SageMaker Os componentes do Kubeflow Pipelines permitem que você mova suas tarefas de 
processamento e treinamento de dados do cluster Kubernetes para o serviço gerenciado otimizado 
para SageMaker aprendizado de máquina da empresa.

Conteúdo

• SageMaker Operadores para Kubernetes

• SageMaker Componentes para tubulações Kubeflow

SageMaker Operadores para Kubernetes

SageMaker Os operadores do Kubernetes facilitam que desenvolvedores e cientistas de dados 
que usam o Kubernetes treinem, ajustem e implantem modelos de aprendizado de máquina (ML). 
SageMaker Você pode instalar esses SageMaker operadores em seu cluster Kubernetes no Amazon 
Elastic Kubernetes Service (Amazon EKS SageMaker ) para criar trabalhos de forma nativa usando 
a API do Kubernetes e ferramentas de linha de comando do Kubernetes, como. kubectl Este 
guia mostra como configurar e usar os operadores para executar treinamento de modelos, ajuste 
de hiperparâmetros ou inferência (em tempo real e em lote) a SageMaker partir de um cluster 
Kubernetes. Os procedimentos e diretrizes deste capítulo pressupõem que você esteja familiarizado 
com o Kubernetes e seus comandos básicos.
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Important

Estamos interrompendo o desenvolvimento e o suporte técnico da versão original do 
SageMaker Operators for Kubernetes.
Se você estiver usando atualmente a versão v1.2.2 ou inferior do  SageMaker Operators 
for Kubernetes, recomendamos migrar seus recursos para o controlador de serviço ACK 
da Amazon. SageMaker O controlador de serviço ACK é uma nova geração de SageMaker 
operadores para Kubernetes com base em AWScontroladores para Kubernetes (ACK).
Para obter informações sobre as etapas de migração, consulte Migre recursos para os 
operadores mais recentes.
Para obter respostas às perguntas frequentes sobre o fim do suporte da versão original 
do SageMaker Operators for Kubernetes, consulte Anunciando o fim do suporte da versão 
original do SageMaker Operators for Kubernetes

Note

Não há custo adicional para o uso desses operadores. Você incorre em cobranças por 
quaisquer SageMaker recursos que você usa por meio desses operadores.

O que é um operador?

Um operador do Kubernetes é um controlador de aplicativos que gerencia aplicativos em nome 
de um usuário do Kubernetes. Os controladores do plano de controle abrangem vários circuitos 
de controle que atendem a um gerenciador central de estado (ETCD) para regular o estado do 
aplicativo que eles controlam. Exemplos de tais aplicações incluem C loud-controller-manager kube-
controller-manager e. Os operadores normalmente fornecem uma abstração de nível mais alto 
do que a API bruta do Kubernetes, facilitando a implantação e o gerenciamento de aplicativos pelos 
usuários. Para adicionar novos recursos ao Kubernetes, os desenvolvedores podem estender a API 
do Kubernetes criando um recurso personalizado que contém a lógica e os componentes específicos 
do aplicativo ou do domínio. Os operadores no Kubernetes permitem que os usuários invoquem 
esses recursos personalizados de forma nativa e automatizem os fluxos de trabalho associados.

Como funcionam os Controladores AWS para Kubernetes (ACK)?

Os SageMaker operadores do Kubernetes permitem que você gerencie trabalhos a SageMaker 
partir do seu cluster Kubernetes. A versão mais recente do SageMaker Operators for Kubernetes é 
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baseada nos AWS Controllers for Kubernetes (ACK). O ACK inclui um tempo de execução comum 
do controlador, um gerador de código e um conjunto de controladores AWS específicos do serviço, 
um dos quais é o controlador. SageMaker

O diagrama a seguir mostra como o ACK funciona.

Neste diagrama, um usuário do Kubernetes quer executar o treinamento de modelos de dentro 
SageMaker do cluster Kubernetes usando a API Kubernetes. O usuário faz uma chamada 
parakubectl apply, passando um arquivo que descreve um recurso personalizado do Kubernetes 
descrevendo o SageMaker trabalho de treinamento. kubectl applypassa esse arquivo, chamado 
de manifesto, para o servidor da API Kubernetes em execução no nó controlador do Kubernetes 
(etapa 1 no diagrama do fluxo de trabalho). O servidor da API Kubernetes recebe o manifesto com 
a especificação do trabalho de SageMaker treinamento e determina se o usuário tem permissão 
para criar um recurso personalizado do tipo sageMaker.services.k8s.aws/TrainingJob
e se o recurso personalizado está formatado corretamente (Etapa 2). Se o usuário for autorizado 
e o recurso personalizado for válido, o servidor da API do Kubernetes grava (Etapa 3) o recurso 
personalizado em seu armazenamento de dados etcd e, em seguida, responde (Etapa 4) ao 
usuário informando que o recurso personalizado foi criado. O SageMaker controlador, que está 
sendo executado em um nó de trabalho do Kubernetes dentro do contexto de um pod normal 
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do Kubernetes, é notificado (etapa 5) de que um novo tipo de recurso personalizado foi criado.
sageMaker.services.k8s.aws/TrainingJob O SageMaker controlador então se comunica 
(Etapa 6) com a SageMaker API, chamando a SageMaker CreateTrainingJob API para criar 
o trabalho de treinamento emAWS. Depois de se comunicar com a SageMaker API, o SageMaker 
controlador chama o servidor da API Kubernetes para atualizar (Etapa 7) o status do recurso 
personalizado com as informações recebidas. SageMaker Portanto, o SageMaker controlador 
fornece aos desenvolvedores as mesmas informações que eles teriam recebido usando o AWS SDK.

Visão geral das permissões

Os operadores acessam SageMaker os recursos em seu nome. O perfil do IAM que o operador 
assume para interagir com os recursos AWS é diferente das credenciais que você usa para acessar 
o cluster do Kubernetes. O perfil também difere do perfil que a AWS assume ao executar seus 
trabalhos de machine learning.

A imagem a seguir explica as várias camadas de autenticação.
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SageMaker Operadores mais recentes para Kubernetes

Esta seção é baseada na versão mais recente de SageMaker Operadores para Kubernetes usando 
AWS Controladores para Kubernetes (ACK).
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Important

Se você estiver usando atualmente a versão v1.2.2 ou inferior do  SageMaker Operators 
for Kubernetes, recomendamos migrar seus recursos para o controlador de serviço ACK 
da Amazon. SageMaker O controlador de serviço ACK é uma nova geração de SageMaker 
operadores para Kubernetes com base em AWScontroladores para Kubernetes (ACK).
Para obter informações sobre as etapas de migração, consulte Migre recursos para os 
operadores mais recentes.
Para obter respostas às perguntas frequentes sobre o fim do suporte da versão original 
do SageMaker Operators for Kubernetes, consulte Anunciando o fim do suporte da versão 
original do SageMaker Operators for Kubernetes

A versão mais recente do SageMaker Operators for Kubernetes é baseada nos AWSControllers for 
Kubernetes (ACK), uma estrutura para criar controladores personalizados do Kubernetes em que 
cada controlador se comunica com uma API de serviço. AWS Esses controladores permitem que os 
usuários do Kubernetes provisionem recursos AWS como bancos de dados ou filas de mensagens 
usando a API do Kubernetes.

Use as etapas a seguir para instalar e usar o ACK para treinar, ajustar e implantar modelos de 
aprendizado de máquina com a Amazon SageMaker.

Conteúdo

• SageMaker Operadores de instalação para Kubernetes

• Use SageMaker operadores para Kubernetes

• Referência

SageMaker Operadores de instalação para Kubernetes

Para configurar a versão mais recente disponível do SageMaker Operators for Kubernetes, consulte 
a seção Configuração em Machine Learning com o controlador ACK. SageMaker

Use SageMaker operadores para Kubernetes

Para ver um tutorial sobre como treinar um modelo de aprendizado de máquina com o controlador de 
serviços ACK para a Amazon SageMaker usando o Amazon EKS, consulte Machine Learning with 
the ACK SageMaker Controller.
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Para ver um exemplo de escalonamento automático, consulte Dimensionar SageMaker cargas de 
trabalho com Application Auto Scaling

Referência

Veja também o controlador de serviço ACK para o SageMaker GitHub repositório Amazon ou leia a 
documentação de AWSControllers for Kubernetes.

SageMaker Operadores antigos para Kubernetes

Esta seção é baseada na versão original de SageMaker Operators for Kubernetes.

Important

Estamos interrompendo o desenvolvimento e o suporte técnico da versão original do 
SageMaker Operators for Kubernetes.
Se você estiver usando atualmente a versão v1.2.2 ou inferior do  SageMaker Operators 
for Kubernetes, recomendamos migrar seus recursos para o controlador de serviço ACK 
da Amazon. SageMaker O controlador de serviço ACK é uma nova geração de SageMaker 
operadores para Kubernetes com base em AWScontroladores para Kubernetes (ACK).
Para obter informações sobre as etapas de migração, consulte Migre recursos para os 
operadores mais recentes.
Para obter respostas às perguntas frequentes sobre o fim do suporte da versão original 
do SageMaker Operators for Kubernetes, consulte Anunciando o fim do suporte da versão 
original do SageMaker Operators for Kubernetes

Conteúdo

• SageMaker Operadores de instalação para Kubernetes

• Use Amazon SageMaker Jobs

• Migre recursos para os operadores mais recentes

• Anunciando o fim do suporte da versão original do SageMaker Operators for Kubernetes

SageMaker Operadores de instalação para Kubernetes

Use as etapas a seguir para instalar e usar SageMaker Operators for Kubernetes para treinar, ajustar 
e implantar modelos de aprendizado de máquina com a Amazon. SageMaker
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Conteúdo

• Configuração baseada em perfil do IAM e implantação de operadores

• Limpeza de recursos

• Excluir operadores

• Solução de problemas

• Imagens e SMLogs em cada Região

Configuração baseada em perfil do IAM e implantação de operadores

As seções a seguir descrevem as etapas para configurar e implantar a versão original do operador.

Warning

Lembrete: as etapas a seguir não instalam a versão mais recente do SageMaker Operators 
for Kubernetes. Para instalar os novos SageMaker operadores baseados em ACK para 
Kubernetes, consulte.  SageMaker Operadores mais recentes para Kubernetes

Pré-requisitos

Este guia pressupõe que você concluiu os seguintes pré-requisitos:

• Instale as seguintes ferramentas na máquina cliente usada para acessar seu cluster do 
Kubernetes:
• Versão 1.13 ou posterior do kubectl. Use a versão do kubectl que esteja em uma versão 

secundária do plano de controle do cluster do Amazon EKS. Por exemplo, um cliente kubectl
1.13 funciona com clusters do Kubernetes 1.13 e 1.14. O OpenID Connect (OIDC) não é 
compatível com as versões anteriores à 1.13.

• eksctl versão 0.7.0 ou posterior
• AWS CLI versão 1.16.232 ou posterior
• (opcional) Helm versão 3.0 ou posterior
• aws-iam-authenticator

• Obtenha permissões do IAM para criar perfis e anexar políticas a eles.
• Criou um cluster do Kubernetes no qual executar os operadores. Deve ser a versão 1.13 ou 1.14 

do Kubernetes. Para criar clusters automatizados usando eksctl, consulte Introdução ao eksctl. 
Leva de 20 a 30 minutos para provisionar o cluster.
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Implantação no escopo do cluster

Antes de implantar seu operador usando um perfil do IAM, associe um provedor de identidade (IdP) 
do OpenID Connect (OIDC) ao seu perfil para se autenticar com o serviço IAM.

Criar um provedor OIDC para o cluster

As instruções a seguir mostram como criar e associar um provedor OIDC ao seu cluster do Amazon 
EKS.

1. Defina as variáveis ambientais locais CLUSTER_NAME e AWS_REGION da seguinte forma:

# Set the Region and cluster
export CLUSTER_NAME="<your cluster name>"
export AWS_REGION="<your region>"

2. Use o comando a seguir para associar o provedor do OIDC ao seu cluster. Para obter mais 
informações, consulte Habilitar perfis do IAM para contas de serviço em seu cluster.

eksctl utils associate-iam-oidc-provider --cluster ${CLUSTER_NAME} \ 
      --region ${AWS_REGION} --approve

A saída será semelhante a:

[_]  eksctl version 0.10.1 
  [_]  using region us-east-1 
  [_]  IAM OpenID Connect provider is associated with cluster "my-cluster" in "us-
east-1"

Agora que o cluster tem um provedor de identidade OIDC, você pode criar uma função e dar 
ServiceAccount permissão ao Kubernetes para assumir a função.

Obtenha o ID do OIDC

Para configurar o ServiceAccount, obtenha a URL do emissor do OIDC usando o seguinte comando:

aws eks describe-cluster --name ${CLUSTER_NAME} --region ${AWS_REGION} \ 
      --query cluster.identity.oidc.issuer --output text

O comando retorna um URL como o seguinte:
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https://oidc.eks.${AWS_REGION}.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

Nesse URL, o valor D48675832CA65BD10A532F597OIDCID é o ID do OIDC. O ID do OIDC para 
seu cluster é diferente. Você precisa desse valor de ID do OIDC para criar um perfil.

Se sua saída for None, significa que a versão do seu cliente é antiga. Para contornar esse problema, 
execute o comando apresentado a seguir:

aws eks describe-cluster --region ${AWS_REGION} --query cluster --name ${CLUSTER_NAME} 
 --output text | grep OIDC

O URL do OIDC é retornado da seguinte forma:

OIDC https://oidc.eks.us-east-1.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

Criar um perfil do IAM

1. Crie um arquivo chamado trust.json e insira o seguinte bloco de código de relação de 
confiança nele. Certifique-se de substituir todos os espaços reservados <OIDC ID>, <AWS 
account number> e <EKS Cluster region> por valores correspondentes ao seu cluster.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
      { 
        "Effect": "Allow", 
        "Principal": { 
          "Federated": "arn:aws:iam::<AWS account number>:oidc-provider/
oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>" 
        }, 
        "Action": "sts:AssumeRoleWithWebIdentity", 
        "Condition": { 
          "StringEquals": { 
            "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:aud": 
 "sts.amazonaws.com", 
            "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:sub": 
 "system:serviceaccount:sagemaker-k8s-operator-system:sagemaker-k8s-operator-
default" 
          } 
        } 
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      } 
    ] 
  }

2. Execute o comando a seguir para criar um perfil com a relação de confiança definida no
trust.json. Esse perfil permite que o cluster do Amazon EKS obtenha e atualize as 
credenciais do IAM.

aws iam create-role --region ${AWS_REGION} --role-name <role name> --assume-role-
policy-document file://trust.json --output=text

A saída será semelhante a:

ROLE    arn:aws:iam::123456789012:role/my-role 2019-11-22T21:46:10Z    /       
 ABCDEFSFODNN7EXAMPLE   my-role
ASSUMEROLEPOLICYDOCUMENT        2012-10-17
STATEMENT       sts:AssumeRoleWithWebIdentity   Allow
STRINGEQUALS    sts.amazonaws.com       system:serviceaccount:sagemaker-k8s-
operator-system:sagemaker-k8s-operator-default
PRINCIPAL       arn:aws:iam::123456789012:oidc-provider/oidc.eks.us-
east-1.amazonaws.com/id/

Anote o ROLE ARN; você transmitirá esse valor para seu operador.

Anexe a AmazonSageMakerFullAccess política à função

Para dar acesso à função SageMaker, anexe a AmazonSageMakerFullAccesspolítica. Se quiser 
limitar as permissões para o operador, você pode criar sua própria política personalizada e anexá-la.

Para anexar a AmazonSageMakerFullAccess, execute o seguinte comando:

aws iam attach-role-policy --role-name <role name>  --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess

O Kubernetes ServiceAccount sagemaker-k8s-operator-default deve ter permissões.
AmazonSageMakerFullAccess Confirme isso ao instalar o operador.

Implantar o operador

Ao implantar seu operador, você pode usar um arquivo YAML ou gráficos do Helm.
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Implantar o operador usando YAML

Essa é a maneira mais simples implantar seus operadores. O processo é o seguinte:

1. Faça download da instrução do instalador usando o seguinte comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/release/rolebased/installer.yaml

2. Edite o arquivo installer.yaml para substituir eks.amazonaws.com/role-arn. Substitua 
o ARN aqui pelo nome do recurso da Amazon (ARN) para o perfil baseado no OIDC que você 
criou.

3. Use o seguinte comando para implantar o cluster:

kubectl apply -f installer.yaml

Implante o operador usando charts do Helm

Use o gráfico do Helm fornecido para instalar o operador.

1. Clone o diretório do instalador do Helm usando o comando a seguir:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Navegue para a pasta amazon-sagemaker-operator-for-k8s/hack/charts/
installer. Edite o arquivo rolebased/values.yaml, que inclui parâmetros de alto nível 
para o gráfico. Substitua o ARN do perfil aqui pelo nome do recurso da Amazon (ARN) para o 
perfil baseado no OIDC que você criou.

3. Instale o gráfico do Helm usando o comando a seguir:

kubectl create namespace sagemaker-k8s-operator-system 
  helm install --namespace sagemaker-k8s-operator-system sagemaker-operator 
 rolebased/

Se você decidir instalar o operador em um namespace diferente do especificado, precisará 
ajustar o namespace definido no arquivo de perfil do IAM trust.json para que corresponda.

4. Depois de um momento, o gráfico será instalado com um nome gerado aleatoriamente. Verifique 
se a instalação teve êxito executando o comando a seguir:
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helm ls

A saída será semelhante a:

NAME                    NAMESPACE                       REVISION        UPDATED    
                              STATUS          CHART                           APP 
 VERSION 
  sagemaker-operator      sagemaker-k8s-operator-system   1              
  2019-11-20 23:14:59.6777082 +0000 UTC   deployed        sagemaker-k8s-
operator-0.1.0

Verificar a implantação do operador

1. Você deve conseguir ver as definições de recursos SageMaker personalizadas (CRDs) de cada 
operador implantado em seu cluster executando o seguinte comando:

kubectl get crd | grep sagemaker

A saída será semelhante a:

batchtransformjobs.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
endpointconfigs.sagemaker.aws.amazon.com            2019-11-20T17:12:34Z
hostingdeployments.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
hyperparametertuningjobs.sagemaker.aws.amazon.com   2019-11-20T17:12:34Z
models.sagemaker.aws.amazon.com                     2019-11-20T17:12:34Z
trainingjobs.sagemaker.aws.amazon.com               2019-11-20T17:12:34Z

2. Verifique se o pod do operador está sendo executado com êxito. Use o comando a seguir para 
listar todos os pods:

kubectl -n sagemaker-k8s-operator-system get pods

Você deve ver um pod chamado sagemaker-k8s-operator-controller-manager-*****
no namespace sagemaker-k8s-operator-system da seguinte forma:

NAME                                                         READY   STATUS    
 RESTARTS   AGE
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sagemaker-k8s-operator-controller-manager-12345678-r8abc     2/2     Running   0    
       23s

Implantação no escopo do Namespace

Você tem a opção de instalar seu operador dentro do escopo de um namespace individual do 
Kubernetes. Nesse modo, o controlador só monitora e reconcilia recursos SageMaker se os 
recursos forem criados dentro desse namespace. Isso permite um controle mais refinado sobre qual 
controlador está gerenciando quais recursos. Isso é útil para implantação em várias contas AWS ou 
controlar quais usuários têm acesso a trabalhos específicos.

Este guia descreve como instalar um operador em um namespace predefinido específico. Para 
implantar um controlador em um segundo namespace, siga o guia do início ao fim e altere o 
namespace em cada etapa.

Criar um provedor OIDC para o cluster Amazon EKS

As instruções a seguir mostram como criar e associar um provedor OIDC ao seu cluster do Amazon 
EKS.

1. Defina as variáveis ambientais locais CLUSTER_NAME e AWS_REGION da seguinte forma:

# Set the Region and cluster
export CLUSTER_NAME="<your cluster name>"
export AWS_REGION="<your region>"

2. Use o comando a seguir para associar o provedor do OIDC ao seu cluster. Para obter mais 
informações, consulte Habilitar perfis do IAM para contas de serviço em seu cluster.

eksctl utils associate-iam-oidc-provider --cluster ${CLUSTER_NAME} \ 
      --region ${AWS_REGION} --approve

A saída será semelhante a:

[_]  eksctl version 0.10.1 
  [_]  using region us-east-1 
  [_]  IAM OpenID Connect provider is associated with cluster "my-cluster" in "us-
east-1"
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Agora que o cluster tem um provedor de identidade OIDC, crie uma função e dê ServiceAccount 
permissão ao Kubernetes para assumir a função.

Obtenha ID do OIDC

Para configurar o ServiceAccount, primeiro obtenha a URL do emissor do OpenID Connect usando o 
seguinte comando:

aws eks describe-cluster --name ${CLUSTER_NAME} --region ${AWS_REGION} \ 
      --query cluster.identity.oidc.issuer --output text

O comando retorna um URL como o seguinte:

https://oidc.eks.${AWS_REGION}.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

Nesse URL, o valor D48675832CA65BD10A532F597OIDCID é o ID do OIDC. O ID do OIDC para 
seu cluster é diferente. Você precisa desse valor de ID do OIDC para criar um perfil.

Se sua saída for None, significa que a versão do seu cliente é antiga. Para contornar esse problema, 
execute o comando apresentado a seguir:

aws eks describe-cluster --region ${AWS_REGION} --query cluster --name ${CLUSTER_NAME} 
 --output text | grep OIDC

O URL do OIDC é retornado da seguinte forma:

OIDC https://oidc.eks.us-east-1.amazonaws.com/id/D48675832CA65BD10A532F597OIDCID

Criar seu perfil do IAM

1. Crie um arquivo chamado trust.json e insira o seguinte bloco de código de relação de 
confiança nele. Certifique-se de substituir todos os espaços reservados <OIDC ID>, <AWS 
account number>, <EKS Cluster region> e <Namespace> por valores correspondentes 
ao seu cluster. Para os fins deste guia, my-namespace é usado para o valor <Namespace>.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
      { 
        "Effect": "Allow", 
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        "Principal": { 
          "Federated": "arn:aws:iam::<AWS account number>:oidc-provider/
oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>" 
        }, 
        "Action": "sts:AssumeRoleWithWebIdentity", 
        "Condition": { 
          "StringEquals": { 
            "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:aud": 
 "sts.amazonaws.com", 
            "oidc.eks.<EKS Cluster region>.amazonaws.com/id/<OIDC ID>:sub": 
 "system:serviceaccount:<Namespace>:sagemaker-k8s-operator-default" 
          } 
        } 
      } 
    ] 
  }

2. Execute o comando a seguir para criar um perfil com a relação de confiança definida no
trust.json. Esse perfil permite que o cluster do Amazon EKS obtenha e atualize as 
credenciais do IAM.

aws iam create-role --region ${AWS_REGION} --role-name <role name> --assume-role-
policy-document file://trust.json --output=text

A saída será semelhante a:

ROLE    arn:aws:iam::123456789012:role/my-role 2019-11-22T21:46:10Z    /       
 ABCDEFSFODNN7EXAMPLE   my-role 
  ASSUMEROLEPOLICYDOCUMENT        2012-10-17 
  STATEMENT       sts:AssumeRoleWithWebIdentity   Allow 
  STRINGEQUALS    sts.amazonaws.com       system:serviceaccount:my-
namespace:sagemaker-k8s-operator-default 
  PRINCIPAL       arn:aws:iam::123456789012:oidc-provider/oidc.eks.us-
east-1.amazonaws.com/id/

Anote o ROLE ARN. Você transmitirá esse valor para seu operador.

Vincule a AmazonSageMakerFullAccess política à sua função

Para dar acesso à função SageMaker, anexe a AmazonSageMakerFullAccesspolítica. Se quiser 
limitar as permissões para o operador, você pode criar sua própria política personalizada e anexá-la.
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Para anexar a AmazonSageMakerFullAccess, execute o seguinte comando:

aws iam attach-role-policy --role-name <role name>  --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess

O Kubernetes ServiceAccount sagemaker-k8s-operator-default deve ter permissões.
AmazonSageMakerFullAccess Confirme isso ao instalar o operador.

Implantar o operador em seu namespace

Ao implantar seu operador, você pode usar um arquivo YAML ou gráficos do Helm.

Implantar o operador em seu namespace usando o YAML

Há duas partes na implantação de um operador dentro do escopo de um namespace. A primeira 
é o conjunto de CRDs que são instalados em um nível de cluster. Essas definições de recursos só 
precisam ser instaladas uma vez por cluster do Kubernetes. A segunda parte são as permissões do 
operador e a implantação em si.

Se você ainda não instalou os CRDs no cluster, aplique o instalador de CRD do YAML usando o 
seguinte comando:

kubectl apply -f https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-
k8s/master/release/rolebased/namespaced/crd.yaml

Para instalar o operador no cluster:

1. Faça download do instalador de operador do YAML usando o seguinte comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/release/rolebased/namespaced/operator.yaml

2. Atualize o instalador YAML para colocar os recursos no namespace especificado usando o 
seguinte comando:

sed -i -e 's/PLACEHOLDER-NAMESPACE/<YOUR NAMESPACE>/g' operator.yaml

3. Edite o arquivo operator.yaml para colocar recursos em seu eks.amazonaws.com/role-
arn. Substitua o ARN aqui pelo nome do recurso da Amazon (ARN) para o perfil baseado no 
OIDC que você criou.
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4. Use o seguinte comando para implantar o cluster:

kubectl apply -f operator.yaml

Implantar o operador em seu namespace usando os gráficos do Helm

Há duas partes necessárias para implantar um operador dentro do escopo de um namespace. A 
primeira é o conjunto de CRDs que são instalados em um nível de cluster. Essas definições de 
recursos só precisam ser instaladas uma vez por cluster do Kubernetes. A segunda parte são as 
permissões do operador e a implantação em si. Ao usar os gráficos do Helm, você deve primeiro 
criar o namespace usando o kubectl.

1. Clone o diretório do instalador do Helm usando o comando a seguir:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Navegue para a pasta amazon-sagemaker-operator-for-k8s/hack/charts/
installer/namespaced. Edite o arquivo rolebased/values.yaml, que inclui parâmetros 
de alto nível para o gráfico. Substitua o ARN do perfil aqui pelo nome do recurso da Amazon 
(ARN) para o perfil baseado no OIDC que você criou.

3. Instale o gráfico do Helm usando o comando a seguir:

helm install crds crd_chart/

4. Crie o namespace necessário e instale o operador usando o comando a seguir:

kubectl create namespace <namespace>
helm install --n <namespace> op operator_chart/

5. Depois de um momento, o gráfico será instalado com o nome sagemaker-operator. Verifique 
se a instalação teve êxito executando o comando a seguir:

helm ls

A saída será semelhante a:

NAME                    NAMESPACE                       REVISION        UPDATED    
                              STATUS          CHART                           APP 
 VERSION
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sagemaker-operator      my-namespace                    1               2019-11-20 
 23:14:59.6777082 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0

Verificar a implantação do operador em seu namespace

1. Você deve conseguir ver as definições de recursos SageMaker personalizadas (CRDs) de cada 
operador implantado em seu cluster executando o seguinte comando:

kubectl get crd | grep sagemaker

A saída será semelhante a:

batchtransformjobs.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
endpointconfigs.sagemaker.aws.amazon.com            2019-11-20T17:12:34Z
hostingdeployments.sagemaker.aws.amazon.com         2019-11-20T17:12:34Z
hyperparametertuningjobs.sagemaker.aws.amazon.com   2019-11-20T17:12:34Z
models.sagemaker.aws.amazon.com                     2019-11-20T17:12:34Z
trainingjobs.sagemaker.aws.amazon.com               2019-11-20T17:12:34Z

2. Verifique se o pod do operador está sendo executado com êxito. Use o comando a seguir para 
listar todos os pods:

kubectl -n my-namespace get pods

Você deve ver um pod chamado sagemaker-k8s-operator-controller-manager-*****
no namespace my-namespace da seguinte forma:

NAME                                                         READY   STATUS    
 RESTARTS   AGE
sagemaker-k8s-operator-controller-manager-12345678-r8abc     2/2     Running   0    
       23s

Instale o kubectl plug-in SageMaker de registros

Como parte dos SageMaker Operadores do Kubernetes, você pode usar o smlogs plug-in para.
kubectl Isso permite que SageMaker CloudWatch os registros sejam transmitidos comkubectl.
kubectldeve ser instalado em seu PATH. Os comandos a seguir colocam o binário no diretório
sagemaker-k8s-bin do seu diretório inicial e adicionam esse diretório ao seu PATH.
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export os="linux" 
   
wget https://amazon-sagemaker-operator-for-k8s-us-east-1.s3.amazonaws.com/kubectl-
smlogs-plugin/v1/${os}.amd64.tar.gz
tar xvzf ${os}.amd64.tar.gz 
   
# Move binaries to a directory in your homedir.
mkdir ~/sagemaker-k8s-bin
cp ./kubectl-smlogs.${os}.amd64/kubectl-smlogs ~/sagemaker-k8s-bin/. 
   
# This line adds the binaries to your PATH in your .bashrc. 
   
echo 'export PATH=$PATH:~/sagemaker-k8s-bin' >> ~/.bashrc 
   
# Source your .bashrc to update environment variables:
source ~/.bashrc

Use o comando a seguir para verificar se o plug-in do kubectl está instalado corretamente:

kubectl smlogs

Se o plug-in kubectl estiver instalado corretamente, sua saída deverá ter a seguinte aparência:

View SageMaker logs via Kubernetes 
   
Usage: 
  smlogs [command] 
   
Aliases: 
  smlogs, SMLogs, Smlogs 
   
Available Commands: 
  BatchTransformJob       View BatchTransformJob logs via Kubernetes 
  TrainingJob             View TrainingJob logs via Kubernetes 
  help                    Help about any command 
   
Flags: 
   -h, --help   help for smlogs 
   
Use "smlogs [command] --help" for more information about a command.
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Limpeza de recursos

Para desinstalar o operador do seu cluster, você deve primeiro excluir todos os SageMaker recursos 
do cluster. Não fazer isso causa a interrupção da operação de exclusão do operador. Execute os 
comandos a seguir para encerrar todos os trabalhos:

# Delete all SageMaker jobs from Kubernetes
kubectl delete --all --all-namespaces hyperparametertuningjob.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces trainingjobs.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces batchtransformjob.sagemaker.aws.amazon.com
kubectl delete --all --all-namespaces hostingdeployment.sagemaker.aws.amazon.com

Você deve ver saída semelhante a:

$ kubectl delete --all --all-namespaces trainingjobs.sagemaker.aws.amazon.com
trainingjobs.sagemaker.aws.amazon.com "xgboost-mnist-from-for-s3" deleted 
   
$ kubectl delete --all --all-namespaces 
 hyperparametertuningjob.sagemaker.aws.amazon.com
hyperparametertuningjob.sagemaker.aws.amazon.com "xgboost-mnist-hpo" deleted 
   
$ kubectl delete --all --all-namespaces batchtransformjob.sagemaker.aws.amazon.com
batchtransformjob.sagemaker.aws.amazon.com "xgboost-mnist" deleted 
   
$ kubectl delete --all --all-namespaces hostingdeployment.sagemaker.aws.amazon.com
hostingdeployment.sagemaker.aws.amazon.com "host-xgboost" deleted

Depois de excluir todos os SageMaker trabalhos, consulte Excluir operadores para excluir o operador 
do seu cluster.

Excluir operadores

Excluir operadores baseados em cluster

Operadores instalados usando o YAML

Para desinstalar o operador do seu cluster, verifique se todos os SageMaker recursos foram 
excluídos do cluster. Não fazer isso causa a interrupção da operação de exclusão do operador.
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Note

Antes de excluir seu cluster, certifique-se de excluir todos os SageMaker recursos do cluster. 
Consulte Limpeza de recursos para obter mais informações.

Depois de excluir todos os SageMaker trabalhos, use kubectl para excluir o operador do cluster:

# Delete the operator and its resources
kubectl delete -f /installer.yaml

Você deve ver saída semelhante a:

$ kubectl delete -f raw-yaml/installer.yaml
namespace "sagemaker-k8s-operator-system" deleted
customresourcedefinition.apiextensions.k8s.io 
 "batchtransformjobs.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io 
 "endpointconfigs.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io 
 "hostingdeployments.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io 
 "hyperparametertuningjobs.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io "models.sagemaker.aws.amazon.com" deleted
customresourcedefinition.apiextensions.k8s.io "trainingjobs.sagemaker.aws.amazon.com" 
 deleted
role.rbac.authorization.k8s.io "sagemaker-k8s-operator-leader-election-role" deleted
clusterrole.rbac.authorization.k8s.io "sagemaker-k8s-operator-manager-role" deleted
clusterrole.rbac.authorization.k8s.io "sagemaker-k8s-operator-proxy-role" deleted
rolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-leader-election-
rolebinding" deleted
clusterrolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-manager-
rolebinding" deleted
clusterrolebinding.rbac.authorization.k8s.io "sagemaker-k8s-operator-proxy-rolebinding" 
 deleted
service "sagemaker-k8s-operator-controller-manager-metrics-service" deleted
deployment.apps "sagemaker-k8s-operator-controller-manager" deleted
secrets "sagemaker-k8s-operator-abcde" deleted
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Operadores instalados usando os gráficos do Helm

Para excluir os CRDs do operador, primeiro exclua todos os trabalhos em execução. Em seguida, 
exclua o gráfico do Helm que foi usado para implantar os operadores usando os seguintes 
comandos:

# get the helm charts
helm ls 
   
# delete the charts
helm delete <chart_name>

Excluir operadores baseados em namespace

Operadores instalados com o YAML

Para desinstalar o operador do seu cluster, primeiro verifique se todos os SageMaker recursos foram 
excluídos do cluster. Não fazer isso causa a interrupção da operação de exclusão do operador.

Note

Antes de excluir seu cluster, certifique-se de excluir todos os SageMaker recursos do cluster. 
Consulte Limpeza de recursos para obter mais informações.

Depois de excluir todos os SageMaker trabalhos, use kubectl para excluir primeiro o operador do 
namespace e depois os CRDs do cluster. Execute os comandos a seguir para excluir o operador do 
cluster:

# Delete the operator using the same yaml file that was used to install the operator
kubectl delete -f operator.yaml 
   
# Now delete the CRDs using the CRD installer yaml
kubectl delete -f https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-
k8s/master/release/rolebased/namespaced/crd.yaml 
   
# Now you can delete the namespace if you want
kubectl delete namespace <namespace>
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Operadores instalados com os gráficos do Helm

Para excluir os CRDs do operador, primeiro exclua todos os trabalhos em execução. Em seguida, 
exclua o gráfico do Helm que foi usado para implantar os operadores usando os seguintes 
comandos:

# Delete the operator
helm delete <chart_name>
  
# delete the crds
helm delete crds 
   
# optionally delete the namespace
kubectl delete namespace <namespace>

Solução de problemas

Depurar um trabalho com falha

Use essas etapas para depurar um trabalho com falha.

• Verifique o status do trabalho executando o seguinte:

kubectl get <CRD Type> <job name>

• Se o trabalho foi criado em SageMaker, você pode usar o comando a seguir para ver o STATUS e 
oSageMaker Job Name:

kubectl get <crd type> <job name>

• Você pode usar o smlogs para encontrar a causa do problema usando o seguinte comando:

kubectl smlogs <crd type> <job name>

• Você também pode usar o comando describe para obter mais detalhes sobre o trabalho usando 
o comando a seguir. A saída tem um campo additional com mais informações sobre o status 
do trabalho.

kubectl describe <crd type> <job name>

• Se o trabalho não foi criado em SageMaker, use os registros do pod do operador para encontrar a 
causa do problema da seguinte maneira:
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$ kubectl get pods -A | grep sagemaker
# Output:
sagemaker-k8s-operator-system   sagemaker-k8s-operator-controller-manager-5cd7df4d74-
wh22z   2/2     Running   0          3h33m 
   
$ kubectl logs -p <pod name> -c manager -n sagemaker-k8s-operator-system

Excluir um CRD de operador

Se a exclusão de um trabalho não estiver funcionando, verifique se o operador está em execução. 
Se o operador não estiver em execução, você precisará excluir o finalizador usando as etapas a 
seguir:

1. Em um novo terminal, abra o trabalho em um editor usando o kubectl edit da seguinte 
maneira:

kubectl edit <crd type> <job name>

2. Edite o trabalho para excluir o finalizador removendo as duas linhas a seguir do arquivo. Salve o 
arquivo e o trabalho será excluído.

finalizers: 
  - sagemaker-operator-finalizer

Imagens e SMLogs em cada Região

A tabela a seguir lista as imagens do operador e os SMLogs disponíveis em cada região.

RegiãoImagem do controlador SMLogs Linux

us-
east-1

957583890962.dkr.ecr.us-
east-1.amazonaws.com/ 
amazon-sagemaker-o 
perator-for-k8s:v1

https://s3.us-east-1.amazonaws.com/ amazon-sa 
gemaker-operator-for -k8 -1/ s-us-east /v1/linux 
.amd64.tar.gz kubectl-smlogs-plugin
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RegiãoImagem do controlador SMLogs Linux

us-
east-2

922499468684.dkr.ecr.us-
east-2.amazonaws.com/ 
amazon-sagemaker-o 
perator-for-k8s:v1

https://s3.us-east-2.amazonaws.com/ amazon-sa 
gemaker-operator-for -k8 -2/ s-us-east /v1/linux 
.amd64.tar.gz kubectl-smlogs-plugin

us-
west-2

640106867763.dkr.ecr.us-
west-2.amazonaws.com/ 
amazon-sagemaker-o 
perator-for-k8s:v1

https://s3.us-west-2.amazonaws.com/ amazon-sa 
gemaker-operator-for -k8 -2/ s-us-west /v1/linux 
.amd64.tar.gz kubectl-smlogs-plugin

eu-
west-1

613661167059.dkr.ecr.eu-
west-1.amazonaws.com/ 
amazon-sagemaker-o 
perator-for-k8s:v1

https://s3.eu-west-1.amazonaws.com/ amazon-sa 
gemaker-operator-for -k8 -1/ s-eu-west /v1/linux 
.amd64.tar.gz kubectl-smlogs-plugin

Use Amazon SageMaker Jobs

Esta seção é baseada na versão original de SageMaker Operators for Kubernetes.

Important

Estamos interrompendo o desenvolvimento e o suporte técnico da versão original do 
SageMaker Operators for Kubernetes.
Se você estiver usando atualmente a versão v1.2.2 ou inferior do  SageMaker Operators 
for Kubernetes, recomendamos migrar seus recursos para o controlador de serviço ACK 
da Amazon. SageMaker O controlador de serviço ACK é uma nova geração de SageMaker 
operadores para Kubernetes com base em AWScontroladores para Kubernetes (ACK).
Para obter informações sobre as etapas de migração, consulte Migre recursos para os 
operadores mais recentes.
Para obter respostas às perguntas frequentes sobre o fim do suporte da versão original 
do SageMaker Operators for Kubernetes, consulte Anunciando o fim do suporte da versão 
original do SageMaker Operators for Kubernetes
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Para executar um SageMaker trabalho da Amazon usando os Operadores para Kubernetes, você 
pode aplicar um arquivo YAML ou usar os Helm Charts fornecidos.

Todos os trabalhos de operador de amostra nos tutoriais a seguir usam dados de amostra retirados 
de um conjunto de dados público do MNIST. Para executar essas amostras, baixe o conjunto 
de dados em seu bucket do Amazon S3. Você pode encontrar o conjunto de dados em Baixar o 
conjunto de dados do MNIST.

Conteúdo

• O TrainingJob operador

• O HyperParameterTuningJob operador

• O BatchTransformJob operador

• O HostingDeployment operador

• O ProcessingJob operador

• HostingAutoscalingPolicy Operador (HAP)

O TrainingJob operador

Os operadores de tarefas de treinamento conciliam sua especificação de trabalho de treinamento 
especificada com a SageMaker lançando-a para você em. SageMaker Você pode aprender mais 
sobre trabalhos SageMaker de treinamento na documentação SageMaker CreateTrainingJob da API.

Tópicos

• Crie um TrainingJob usando um arquivo YAML

• Crie um TrainingJob usando um gráfico de leme

• Lista TrainingJobs

• Descreva um TrainingJob

• Exibir registros de TrainingJobs

• Excluir TrainingJobs

Crie um TrainingJob usando um arquivo YAML

1. Faça download do arquivo YAML de exemplo para treinamento usando o seguinte comando:
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wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/xgboost-mnist-trainingjob.yaml

2. Edite o xgboost-mnist-trainingjob.yaml arquivo para substituir o roleArn parâmetro 
pelo seu <sagemaker-execution-role> e outputPath pelo seu bucket do Amazon S3 
ao qual a função de SageMaker execução tem acesso de gravação. Eles roleArn devem ter 
permissões para que SageMaker possam acessar o Amazon S3 CloudWatch, o Amazon e 
outros serviços em seu nome. Para obter mais informações sobre como criar um SageMaker 
ExecutionRole, consulte SageMaker Funções. Aplique o arquivo YAML utilizando o seguinte 
comando:

kubectl apply -f xgboost-mnist-trainingjob.yaml

Crie um TrainingJob usando um gráfico de leme

Você pode usar o Helm Charts para executar TrainingJobs.

1. Clone o GitHub repositório para obter a fonte usando o seguinte comando:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Navegue até a pasta amazon-sagemaker-operator-for-k8s/hack/charts/training-
jobs/ e edite o arquivo values.yaml para substituir valores como rolearn e outputpath
por valores que correspondam à sua conta. O RoLearn deve ter permissões para poder 
SageMaker acessar o Amazon S3, o CloudWatch Amazon e outros serviços em seu nome. Para 
obter mais informações sobre como criar um SageMaker ExecutionRole, consulte SageMaker 
Funções.

Crie o TrainingJob

Com os perfis e os buckets do Amazon S3 substituídos pelos valores apropriados no values.yaml, 
você pode criar um trabalho de treinamento usando o seguinte comando:

helm install . --generate-name

A saída será semelhante a:
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NAME: chart-12345678
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
NOTES:
Thanks for installing the sagemaker-k8s-trainingjob.

Verifique seu gráfico de treinamento do Helm

Para verificar se o gráfico do Helm foi criado com êxito, execute:

helm ls

A saída será semelhante a:

NAME                    NAMESPACE       REVISION        UPDATED                         
         STATUS          CHART                           APP VERSION
chart-12345678        default         1               2019-11-20 23:35:49.9136092 +0000 
 UTC   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-12345678    default         1               2019-11-20 23:14:59.6777082 +0000 
 UTC   deployed        sagemaker-k8s-operator-0.1.0

O helm installcria um recurso do TrainingJob do Kubernetes. O operador inicia o trabalho de 
treinamento real SageMaker e atualiza o recurso TrainingJob Kubernetes para refletir o status do 
trabalho em. SageMaker Você incorre em cobranças pelos SageMaker recursos usados durante a 
duração do seu trabalho. Você não incorre em nenhuma cobrança quando seu trabalho for concluído 
ou interrompido.

Nota: SageMaker não permite que você atualize um trabalho de treinamento em execução. Você 
não pode editar nenhum parâmetro e reaplicar o arquivo de configuração. Altere o nome dos 
metadados ou exclua o trabalho existente e crie um novo. Semelhante aos operadores de trabalho 
de treinamento existentes, como o TFJob no Kubeflow, a update não tem suporte.

Lista TrainingJobs

Use o comando a seguir para listar todos os trabalhos criados usando o operador do Kubernetes:

kubectl get TrainingJob
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A saída que lista todos os trabalhos deve ser a seguinte:

kubectl get trainingjobs
NAME                        STATUS       SECONDARY-STATUS   CREATION-TIME          
 SAGEMAKER-JOB-NAME
xgboost-mnist-from-for-s3   InProgress   Starting           2019-11-20T23:42:35Z   
 xgboost-mnist-from-for-s3-examplef11eab94e0ed4671d5a8f

Um trabalho de treinamento continua sendo listado após a conclusão ou falha do trabalho. Você 
pode remover um trabalho TrainingJob da lista seguindo as etapas Excluir TrainingJobs. Os 
trabalhos concluídos ou interrompidos não incorrem em nenhuma cobrança por SageMaker 
recursos.

TrainingJob valores de status

O campo STATUS pode ter um dos seguintes valores:

• Completed
• InProgress
• Failed
• Stopped
• Stopping

Esses status vêm diretamente da documentação SageMaker oficial da API.

Além do SageMaker status oficial, é possível STATUS que 
sejaSynchronizingK8sJobWithSageMaker. Isso significa que o operador ainda não processou o 
trabalho.

Valores de status secundários

Os status secundários vêm diretamente da documentação SageMaker oficial da API. Eles contêm 
informações mais granulares sobre o status do trabalho.

Descreva um TrainingJob

Você pode obter mais detalhes sobre o trabalho de treinamento usando o comando describe do
kubectl. Isso geralmente é usado para depurar um problema ou verificar os parâmetros de um 
trabalho de treinamento. Para obter informações sobre o trabalho de treinamento, use o comando a 
seguir:
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kubectl describe trainingjob xgboost-mnist-from-for-s3

A saída do trabalho de treinamento será semelhante a:

Name:         xgboost-mnist-from-for-s3
Namespace:    default
Labels:       <none>
Annotations:  <none>
API Version:  sagemaker.aws.amazon.com/v1
Kind:         TrainingJob
Metadata: 
  Creation Timestamp:  2019-11-20T23:42:35Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        2 
  Resource Version:  23119 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/trainingjobs/
xgboost-mnist-from-for-s3 
  UID:               6d7uiui-0bef-11ea-b94e-0ed467example
Spec: 
  Algorithm Specification: 
    Training Image:       8256416981234.dkr.ecr.us-east-2.amazonaws.com/xgboost:1 
    Training Input Mode:  File 
  Hyper Parameters: 
    Name:   eta 
    Value:  0.2 
    Name:   gamma 
    Value:  4 
    Name:   max_depth 
    Value:  5 
    Name:   min_child_weight 
    Value:  6 
    Name:   num_class 
    Value:  10 
    Name:   num_round 
    Value:  10 
    Name:   objective 
    Value:  multi:softmax 
    Name:   silent 
    Value:  0 
  Input Data Config: 
    Channel Name:      train 
    Compression Type:  None 

Orquestração do Kubernetes 5059



Amazon SageMaker Guia do Desenvolvedor

    Content Type:      text/csv 
    Data Source: 
      S 3 Data Source: 
        S 3 Data Distribution Type:  FullyReplicated 
        S 3 Data Type:               S3Prefix 
        S 3 Uri:                     https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/train/ 
    Channel Name:                    validation 
    Compression Type:                None 
    Content Type:                    text/csv 
    Data Source: 
      S 3 Data Source: 
        S 3 Data Distribution Type:  FullyReplicated 
        S 3 Data Type:               S3Prefix 
        S 3 Uri:                     https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/validation/ 
  Output Data Config: 
    S 3 Output Path:  s3://my-bucket/sagemaker/xgboost-mnist/xgboost/ 
  Region:             us-east-2 
  Resource Config: 
    Instance Count:     1 
    Instance Type:      ml.m4.xlarge 
    Volume Size In GB:  5 
  Role Arn:             arn:aws:iam::12345678910:role/service-role/AmazonSageMaker-
ExecutionRole 
  Stopping Condition: 
    Max Runtime In Seconds:  86400 
  Training Job Name:         xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0example
Status: 
  Cloud Watch Log URL:           https://us-east-2.console.aws.amazon.com/
cloudwatch/home?region=us-east-2#logStream:group=/aws/sagemaker/
TrainingJobs;prefix=<example>;streamFilter=typeLogStreamPrefix 
  Last Check Time:               2019-11-20T23:44:29Z 
  Sage Maker Training Job Name:  xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94eexample 
  Secondary Status:              Downloading 
  Training Job Status:           InProgress
Events:                          <none>

Exibir registros de TrainingJobs

Use o comando a seguir para visualizar os registros em log do trabalho de treinamento kmeans-
mnist:
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kubectl smlogs trainingjob xgboost-mnist-from-for-s3

O resultado deve ser semelhante ao seguinte: Os registros em log das instâncias são ordenados 
cronologicamente.

"xgboost-mnist-from-for-s3" has SageMaker TrainingJobName "xgboost-mnist-from-
for-s3-123456789" in region "us-east-2", status "InProgress" and secondary status 
 "Starting"
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC Arguments: train
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] Running standalone xgboost training.
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] File size need to be processed in the 
 node: 1122.95mb. Available memory size in the node: 8586.0mb
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC [2019-11-20:23:45:22:INFO] Determined delimiter of CSV input is 
 ','
xgboost-mnist-from-for-s3-6d7fa0af0bef11eab94e0ed46example/algo-1-1574293123 2019-11-20 
 23:45:24.7 +0000 UTC [23:45:22] S3DistributionType set as FullyReplicated

Excluir TrainingJobs

Use o comando a seguir para interromper um trabalho de treinamento na Amazon SageMaker:

kubectl delete trainingjob xgboost-mnist-from-for-s3

Esse comando remove o trabalho de SageMaker treinamento do Kubernetes. Este comando retorna 
a seguinte saída:

trainingjob.sagemaker.aws.amazon.com "xgboost-mnist-from-for-s3" deleted

Se o trabalho ainda estiver em andamento SageMaker, ele será interrompido. Você não incorre em 
nenhuma cobrança por SageMaker recursos após a interrupção ou conclusão do trabalho.

Nota: SageMaker não exclui trabalhos de treinamento. Os trabalhos interrompidos continuam 
aparecendo no SageMaker console. O delete comando leva cerca de 2 minutos para limpar os 
recursos SageMaker.
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O HyperParameterTuningJob operador

Os operadores da tarefa de ajuste de hiperparâmetros reconcilia sua especificação de tarefa de 
ajuste de hiperparâmetros especificada com a inicialização em SageMaker . SageMaker Você pode 
aprender mais sobre trabalhos de ajuste de SageMaker hiperparâmetros na documentação da 
SageMaker CreateHyperParameterTuningJob API.

Tópicos

• Crie um HyperparameterTuningJob usando um arquivo YAML

• Crie um HyperparameterTuningJob usando um Helm Chart

• Lista HyperparameterTuningJobs

• Descreva um HyperparameterTuningJob

• Exibir registros de HyperparameterTuningJobs

• Excluir um HyperparameterTuningJob

Crie um HyperparameterTuningJob usando um arquivo YAML

1. Faça download do arquivo YAML de exemplo para o trabalho de ajuste de hiperparâmetros 
usando o seguinte comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/xgboost-mnist-hpo.yaml

2. Edite o arquivo xgboost-mnist-hpo.yaml para substituir o parâmetro roleArn pelo seu
sagemaker-execution-role. Para que o trabalho de ajuste de hiperparâmetros seja bem-
sucedido, você também deve alterar os valores de s3InputPath e s3OutputPath para que 
correspondem à sua conta. Aplique a atualização do arquivo YAML utilizando o comando a 
seguir:

kubectl apply -f xgboost-mnist-hpo.yaml

Crie um HyperparameterTuningJob usando um Helm Chart

Você pode usar gráficos do Helm para executar trabalhos de ajuste de hiperparâmetros.

1. Clone o GitHub repositório para obter a fonte usando o seguinte comando:
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git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

2. Navegue para a pasta amazon-sagemaker-operator-for-k8s/hack/charts/
hyperparameter-tuning-jobs/.

3. Edite o arquivo values.yaml para substituir o parâmetro roleArn pelo seu sagemaker-
execution-role. Para que o trabalho de ajuste de hiperparâmetros seja bem-sucedido, você 
também deve alterar os valores de s3InputPath e s3OutputPath para que correspondem à 
sua conta.

Crie o HyperparameterTuningJob

Com os perfis e os caminhos do Amazon S3 substituídos pelos valores apropriados no
values.yaml, você pode criar um trabalho de ajuste de hiperparâmetros usando o seguinte 
comando:

helm install . --generate-name

Sua saída deve ser semelhante à seguinte:

NAME: chart-1574292948
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
NOTES:
Thanks for installing the sagemaker-k8s-hyperparametertuningjob.

Verificar a instalação do gráfico

Para verificar se o gráfico do Helm foi criado com êxito, execute o seguinte comando:

helm ls

A saída será semelhante a:

NAME                    NAMESPACE       REVISION        UPDATED
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chart-1474292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-hyperparametertuningjob-0.1.0                
                STATUS          CHART                           APP VERSION
chart-1574292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-1574291698    default         1               2019-11-20 23:14:59.6777082 
 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0

O helm installcria um recurso do HyperParameterTuningJob do Kubernetes. O operador 
inicia o trabalho real de otimização de hiperparâmetros SageMaker e atualiza o recurso
HyperParameterTuningJob Kubernetes para refletir o status do trabalho em. SageMaker Você 
incorre em cobranças pelos SageMaker recursos usados durante a duração do seu trabalho. Você 
não incorre em nenhuma cobrança quando seu trabalho for concluído ou interrompido.

Observação: SageMaker não permite que você atualize um trabalho de ajuste de hiperparâmetros 
em execução. Você não pode editar nenhum parâmetro e reaplicar o arquivo de configuração. Você 
pode alterar o nome dos metadados ou excluir o trabalho existente e crie um novo. Semelhante aos 
operadores de trabalho de treinamento existentes, como o TFJob no Kubeflow, a update não tem 
suporte.

Lista HyperparameterTuningJobs

Use o comando a seguir para listar todos os trabalhos criados usando o operador do Kubernetes:

kubectl get hyperparametertuningjob

A saída será semelhante a:

NAME         STATUS      CREATION-TIME          COMPLETED   INPROGRESS   ERRORS   
 STOPPED   BEST-TRAINING-JOB                               SAGEMAKER-JOB-NAME
xgboost-mnist-hpo   Completed   2019-10-17T01:15:52Z   10          0     
        0        0         xgboostha92f5e3cf07b11e9bf6c06d6-009-4c7a123   
 xgboostha92f5e3cf07b11e9bf6c123

Um trabalho de ajuste de hiperparâmetros continua sendo listado após a conclusão ou falha do 
trabalho. Você pode remover um hyperparametertuningjob da lista seguindo as etapas em
Excluir um HyperparameterTuningJob. Os trabalhos concluídos ou interrompidos não incorrem em 
nenhuma cobrança por SageMaker recursos.
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Valores de status de trabalho de ajuste de hiperparâmetros

O campo STATUS pode ter um dos seguintes valores:

• Completed
• InProgress
• Failed
• Stopped
• Stopping

Esses status vêm diretamente da documentação SageMaker oficial da API.

Além do SageMaker status oficial, é possível STATUS que 
sejaSynchronizingK8sJobWithSageMaker. Isso significa que o operador ainda não processou o 
trabalho.

Contadores de status

A saída tem vários contadores, como COMPLETED e INPROGRESS. Eles representam quantos 
trabalhos de treinamento foram concluídos e quantos estão em andamento, respectivamente. Para 
obter mais informações sobre como elas são determinadas, consulte TrainingJobStatusCountersa 
documentação SageMaker da API.

Melhor TrainingJob

Essa coluna contém o nome do TrainingJob que melhor otimizou a métrica selecionada.

Para ver um resumo dos hiperparâmetros ajustados, execute:

kubectl describe hyperparametertuningjob xgboost-mnist-hpo

Para ver informações detalhadas sobre o TrainingJob, execute:

kubectl describe trainingjobs <job name>

Gerado TrainingJobs

Você também pode acompanhar todos os 10 trabalhos de treinamento no Kubernetes iniciados pelo
HyperparameterTuningJob executando o seguinte comando:
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kubectl get trainingjobs

Descreva um HyperparameterTuningJob

Você pode obter detalhes de depuração usando o comando describe do kubectl.

kubectl describe hyperparametertuningjob xgboost-mnist-hpo

Além das informações sobre o trabalho de ajuste, o SageMaker Operator for Kubernetes também 
expõe o melhor trabalho de treinamento encontrado pelo trabalho de ajuste de hiperparâmetros na 
saída, da seguinte forma: describe

Name:         xgboost-mnist-hpo
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration: 
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"HyperparameterTuningJob","metadata":{"annotations":{},"name":"xgboost-
mnist-hpo","namespace":...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         HyperparameterTuningJob
Metadata: 
  Creation Timestamp:  2019-10-17T01:15:52Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        2 
  Resource Version:  8167 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
hyperparametertuningjobs/xgboost-mnist-hpo 
  UID:               a92f5e3c-f07b-11e9-bf6c-06d6f303uidu
Spec: 
  Hyper Parameter Tuning Job Config: 
    Hyper Parameter Tuning Job Objective: 
      Metric Name:  validation:error 
      Type:         Minimize 
    Parameter Ranges: 
      Integer Parameter Ranges: 
        Max Value:     20 
        Min Value:     10 
        Name:          num_round 
        Scaling Type:  Linear 
    Resource Limits: 
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      Max Number Of Training Jobs:     10 
      Max Parallel Training Jobs:      10 
    Strategy:                          Bayesian 
    Training Job Early Stopping Type:  Off 
  Hyper Parameter Tuning Job Name:     xgboostha92f5e3cf07b11e9bf6c06d6 
  Region:                              us-east-2 
  Training Job Definition: 
    Algorithm Specification: 
      Training Image:       12345678910.dkr.ecr.us-east-2.amazonaws.com/xgboost:1 
      Training Input Mode:  File 
    Input Data Config: 
      Channel Name:  train 
      Content Type:  text/csv 
      Data Source: 
        s3DataSource: 
          s3DataDistributionType:  FullyReplicated 
          s3DataType:              S3Prefix 
          s3Uri:                   https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/train/ 
      Channel Name:                validation 
      Content Type:                text/csv 
      Data Source: 
        s3DataSource: 
          s3DataDistributionType:  FullyReplicated 
          s3DataType:              S3Prefix 
          s3Uri:                   https://s3-us-east-2.amazonaws.com/my-bucket/
sagemaker/xgboost-mnist/validation/ 
    Output Data Config: 
      s3OutputPath:  https://s3-us-east-2.amazonaws.com/my-bucket/sagemaker/xgboost-
mnist/xgboost 
    Resource Config: 
      Instance Count:     1 
      Instance Type:      ml.m4.xlarge 
      Volume Size In GB:  5 
    Role Arn:             arn:aws:iam::123456789012:role/service-role/AmazonSageMaker-
ExecutionRole 
    Static Hyper Parameters: 
      Name:   base_score 
      Value:  0.5 
      Name:   booster 
      Value:  gbtree 
      Name:   csv_weights 
      Value:  0 
      Name:   dsplit 
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      Value:  row 
      Name:   grow_policy 
      Value:  depthwise 
      Name:   lambda_bias 
      Value:  0.0 
      Name:   max_bin 
      Value:  256 
      Name:   max_leaves 
      Value:  0 
      Name:   normalize_type 
      Value:  tree 
      Name:   objective 
      Value:  reg:linear 
      Name:   one_drop 
      Value:  0 
      Name:   prob_buffer_row 
      Value:  1.0 
      Name:   process_type 
      Value:  default 
      Name:   rate_drop 
      Value:  0.0 
      Name:   refresh_leaf 
      Value:  1 
      Name:   sample_type 
      Value:  uniform 
      Name:   scale_pos_weight 
      Value:  1.0 
      Name:   silent 
      Value:  0 
      Name:   sketch_eps 
      Value:  0.03 
      Name:   skip_drop 
      Value:  0.0 
      Name:   tree_method 
      Value:  auto 
      Name:   tweedie_variance_power 
      Value:  1.5 
    Stopping Condition: 
      Max Runtime In Seconds:  86400
Status: 
  Best Training Job: 
    Creation Time:  2019-10-17T01:16:14Z 
    Final Hyper Parameter Tuning Job Objective Metric: 
      Metric Name:        validation:error 
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      Value: 
    Objective Status:     Succeeded 
    Training End Time:    2019-10-17T01:20:24Z 
    Training Job Arn:     arn:aws:sagemaker:us-east-2:123456789012:training-job/
xgboostha92f5e3cf07b11e9bf6c06d6-009-4sample 
    Training Job Name:    xgboostha92f5e3cf07b11e9bf6c06d6-009-4c7a3059 
    Training Job Status:  Completed 
    Training Start Time:  2019-10-17T01:18:35Z 
    Tuned Hyper Parameters: 
      Name:                                    num_round 
      Value:                                   18 
  Hyper Parameter Tuning Job Status:           Completed 
  Last Check Time:                             2019-10-17T01:21:01Z 
  Sage Maker Hyper Parameter Tuning Job Name:  xgboostha92f5e3cf07b11e9bf6c06d6 
  Training Job Status Counters: 
    Completed:            10 
    In Progress:          0 
    Non Retryable Error:  0 
    Retryable Error:      0 
    Stopped:              0 
    Total Error:          0
Events:                   <none>

Exibir registros de HyperparameterTuningJobs

Os trabalhos de ajuste hiperparâmetros não têm logs, mas todos os trabalhos de treinamento 
lançados por eles têm logs. Esses logs podem ser acessados como se fossem um trabalho normal 
de treinamento. Para ter mais informações, consulte Exibir registros de TrainingJobs.

Excluir um HyperparameterTuningJob

Use o comando a seguir para interromper um trabalho de hiperparâmetros no SageMaker.

kubectl delete hyperparametertuningjob xgboost-mnist-hpo

Esse comando remove o trabalho de ajuste de hiperparâmetros e os trabalhos de treinamento 
associados do seu cluster Kubernetes e os interrompe. SageMaker Os trabalhos que foram 
interrompidos ou concluídos não incorrem em nenhuma cobrança por SageMaker recursos. 
SageMaker não exclui trabalhos de ajuste de hiperparâmetros. Os trabalhos interrompidos continuam 
aparecendo no SageMaker console.

A saída será semelhante a:
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hyperparametertuningjob.sagemaker.aws.amazon.com "xgboost-mnist-hpo" deleted

Observação: o comando delete leva cerca de 2 minutos para limpar os recursos SageMaker.

O BatchTransformJob operador

Os operadores de trabalho de transformação em lote reconciliam sua especificação de trabalho 
de transformação em lote especificada com a SageMaker inicialização em. SageMaker Você pode 
aprender mais sobre o trabalho de transformação em SageMaker lote na documentação SageMaker 
CreateTransformJob da API.

Tópicos

• Crie um BatchTransformJob usando um arquivo YAML

• Crie um BatchTransformJob usando um Helm Chart

• Lista BatchTransformJobs

• Descreva um BatchTransformJob

• Exibir registros de BatchTransformJobs

• Excluir um BatchTransformJob

Crie um BatchTransformJob usando um arquivo YAML

1. Faça download do arquivo YAML de exemplo para o trabalho de transformação de lotes usando 
o seguinte comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/xgboost-mnist-batchtransform.yaml

2. Edite o arquivo xgboost-mnist-batchtransform.yaml para alterar os parâmetros 
necessários para substituí-los inputdataconfig pelos dados de entrada e pelos
s3OutputPath buckets do Amazon S3 aos quais a função de SageMaker execução tem 
acesso de gravação.

3. Aplique o arquivo YAML utilizando o seguinte comando:

kubectl apply -f xgboost-mnist-batchtransform.yaml

Orquestração do Kubernetes 5070

https://docs.aws.amazon.com/sagemaker/latest/dg/API_CreateTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/dg/API_CreateTransformJob.html


Amazon SageMaker Guia do Desenvolvedor

Crie um BatchTransformJob usando um Helm Chart

Você pode usar gráficos de Helm para executar trabalhos de transformação de lote.

Obtenha o diretório do instalador de Helm

Clone o GitHub repositório para obter a fonte usando o seguinte comando:

git clone https://github.com/aws/amazon-sagemaker-operator-for-k8s.git

Configurar o gráfico de Helm

Navegue para a pasta amazon-sagemaker-operator-for-k8s/hack/charts/batch-
transform-jobs/.

Edite o values.yaml arquivo para inputdataconfig substituir o pelos dados de entrada e 
o OutputPath pelos buckets do S3 aos quais a função de SageMaker execução tem acesso de 
gravação.

Crie um BatchTransformJob

1. Use o comando a seguir para criar um trabalho de transformação de lote:

helm install . --generate-name

A saída será semelhante a:

NAME: chart-1574292948
LAST DEPLOYED: Wed Nov 20 23:35:49 2019
NAMESPACE: default
STATUS: deployed
REVISION: 1
TEST SUITE: None
NOTES:
Thanks for installing the sagemaker-k8s-batch-transform-job.

2. Para verificar se o gráfico de Helm foi criado com êxito, execute o seguinte comando:

helm ls
NAME                    NAMESPACE       REVISION        UPDATED                     
             STATUS          CHART                           APP VERSION
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chart-1474292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-batchtransformjob-0.1.0
chart-1474292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-hyperparametertuningjob-0.1.0
chart-1574292948        default         1               2019-11-20 23:35:49.9136092 
 +0000 UTC   deployed        sagemaker-k8s-trainingjob-0.1.0
rolebased-1574291698    default         1               2019-11-20 23:14:59.6777082 
 +0000 UTC   deployed        sagemaker-k8s-operator-0.1.0

O comando cria um recurso BatchTransformJob do Kubernetes. O operador inicia o trabalho 
de transformação real SageMaker e atualiza o recurso BatchTransformJob Kubernetes 
para refletir o status do trabalho em. SageMaker Você incorre em cobranças pelos SageMaker 
recursos usados durante a duração do seu trabalho. Você não incorre em nenhuma cobrança 
quando seu trabalho for concluído ou interrompido.

Observação: SageMaker não permite que você atualize um trabalho de transformação em lote em 
execução. Você não pode editar nenhum parâmetro e reaplicar o arquivo de configuração. Você 
pode alterar o nome dos metadados ou excluir o trabalho existente e crie um novo. Semelhante aos 
operadores de trabalho de treinamento existentes, como o TFJob no Kubeflow, a update não tem 
suporte.

Lista BatchTransformJobs

Use o comando a seguir para listar todos os trabalhos criados usando o operador do Kubernetes:

kubectl get batchtransformjob

A saída será semelhante a:

NAME                                STATUS      CREATION-TIME          SAGEMAKER-JOB-
NAME
xgboost-mnist-batch-transform       Completed   2019-11-18T03:44:00Z   xgboost-mnist-
a88fb19809b511eaac440aa8axgboost

Um trabalho de transformação de lote continua sendo listado após a conclusão ou falha do trabalho. 
Você pode remover um hyperparametertuningjob da lista seguindo as etapas Excluir um 
BatchTransformJob. Os trabalhos concluídos ou interrompidos não incorrem em nenhuma cobrança 
por SageMaker recursos.
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Valores de status da transformação em lote

O campo STATUS pode ter um dos seguintes valores:

• Completed
• InProgress
• Failed
• Stopped
• Stopping

Esses status vêm diretamente da documentação SageMaker oficial da API.

Além do SageMaker status oficial, é possível STATUS que 
sejaSynchronizingK8sJobWithSageMaker. Isso significa que o operador ainda não processou o 
trabalho.

Descreva um BatchTransformJob

Você pode obter detalhes de depuração usando o comando describe do kubectl.

kubectl describe batchtransformjob xgboost-mnist-batch-transform

A saída será semelhante a:

Name:         xgboost-mnist-batch-transform
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration: 
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"BatchTransformJob","metadata":{"annotations":{},"name":"xgboost-
mnist","namespace"...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         BatchTransformJob
Metadata: 
  Creation Timestamp:  2019-11-18T03:44:00Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        2 
  Resource Version:  21990924 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
batchtransformjobs/xgboost-mnist 
  UID:               a88fb198-09b5-11ea-ac44-0aa8a9UIDNUM
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Spec: 
  Model Name:  TrainingJob-20190814SMJOb-IKEB 
  Region:      us-east-1 
  Transform Input: 
    Content Type:  text/csv 
    Data Source: 
      S 3 Data Source: 
        S 3 Data Type:  S3Prefix 
        S 3 Uri:        s3://my-bucket/mnist_kmeans_example/input 
  Transform Job Name:   xgboost-mnist-a88fb19809b511eaac440aa8a9SMJOB 
  Transform Output: 
    S 3 Output Path:  s3://my-bucket/mnist_kmeans_example/output 
  Transform Resources: 
    Instance Count:  1 
    Instance Type:   ml.m4.xlarge
Status: 
  Last Check Time:                2019-11-19T22:50:40Z 
  Sage Maker Transform Job Name:  xgboost-mnist-a88fb19809b511eaac440aaSMJOB 
  Transform Job Status:           Completed
Events:                           <none>

Exibir registros de BatchTransformJobs

Use o comando a seguir para visualizar os registros em log do trabalho de transformação de lote
xgboost-mnist:

kubectl smlogs batchtransformjob xgboost-mnist-batch-transform

Excluir um BatchTransformJob

Use o comando a seguir para interromper um trabalho de transformação em lote no SageMaker.

kubectl delete batchTransformJob xgboost-mnist-batch-transform

A saída será semelhante a:

batchtransformjob.sagemaker.aws.amazon.com "xgboost-mnist" deleted

Esse comando remove o trabalho de transformação em lote do seu cluster Kubernetes e o 
interrompe. SageMaker Os trabalhos que foram interrompidos ou concluídos não incorrem em 
nenhuma cobrança por SageMaker recursos. A exclusão leva cerca de 2 minutos para limpar os 
recursos SageMaker.
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Nota: SageMaker não exclui trabalhos de transformação em lote. Os trabalhos interrompidos 
continuam aparecendo no SageMaker console.

O HostingDeployment operador

HostingDeployment os operadores oferecem suporte à criação e exclusão de um endpoint, 
bem como à atualização de um endpoint existente, para inferência em tempo real. O operador 
de implantação de hospedagem reconcilia sua especificação de trabalho de implantação de 
hospedagem especificada SageMaker criando modelos, configurações de endpoints e endpoints em. 
SageMaker Você pode aprender mais sobre SageMaker inferência na documentação da SageMaker 
CreateEndpoint API.

Tópicos

• Configurar um HostingDeployment recurso

• Crie um HostingDeployment

• Lista HostingDeployments

• Descreva um HostingDeployment

• Invocar o endpoint

• Atualizar HostingDeployment

• Exclua o HostingDeployment

Configurar um HostingDeployment recurso

Faça download do arquivo YAML de exemplo para o trabalho de implantação de hospedagem 
usando o seguinte comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/master/
samples/xgboost-mnist-hostingdeployment.yaml

O xgboost-mnist-hostingdeployment.yaml arquivo tem os seguintes componentes que 
podem ser editados conforme necessário:

• ProductionVariants. Uma variante de produção é um conjunto de instâncias que atendem a um 
único modelo. SageMaker balanceia a carga entre todas as variantes de produção de acordo com 
os pesos definidos.

• Modelos. Um modelo são os contêineres e o ARN da função de execução necessários para servir 
a um modelo. Isso requer pelo menos um único contêiner.
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• Contêineres. Um contêiner especifica o conjunto de dados e a imagem de veiculação. Se você 
estiver usando seu próprio algoritmo personalizado em vez de um algoritmo fornecido por 
SageMaker, o código de inferência deverá atender SageMaker aos requisitos. Para obter mais 
informações, consulte Usando seus próprios algoritmos com SageMaker.

Crie um HostingDeployment

Para criar um HostingDeployment, use kubectl para aplicar o arquivo hosting.yaml com o 
seguinte comando:

kubectl apply -f hosting.yaml

SageMaker cria um endpoint com a configuração especificada. Você incorre em cobranças pelos 
SageMaker recursos usados durante a vida útil do seu endpoint. Você não incorre em nenhuma 
cobrança depois que seu endpoint é excluído.

A criação do processo leva aproximadamente 10 minutos.

Lista HostingDeployments

Para verificar se o HostingDeployment foi criado, use o seguinte comando:

kubectl get hostingdeployments

A saída será semelhante a:

NAME           STATUS     SAGEMAKER-ENDPOINT-NAME
host-xgboost   Creating   host-xgboost-def0e83e0d5f11eaaa450aSMLOGS

HostingDeployment valores de status

O campo de status pode ser um dos vários valores:

• SynchronizingK8sJobWithSageMaker: o operador está se preparando para criar o endpoint.
• ReconcilingEndpoint: o operador está criando, atualizando ou excluindo recursos do endpoint. 

Se HostingDeployment permanecer nesse estado, use kubectl describe para ver o motivo no
Additional campo.

• OutOfService: o endpoint não está disponível para receber solicitações.
• Creating: CreateEndpointestá em execução.
• Updating: UpdateEndpointou UpdateEndpointWeightsAndCapacitiesestá em execução.
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• SystemUpdating: o endpoint está passando por manutenção e não pode ser atualizado, excluído 
ou redimensionado até que seja concluído. Essa operação de manutenção não altera nenhum 
valor especificado pelo cliente, como configuração da VPC, criptografia AWS KMS, modelo, tipo de 
instância ou contagem de instâncias.

• RollingBack: o endpoint não consegue aumentar ou diminuir a escala ou alterar o peso da 
variante e está voltando à configuração anterior. Depois que a reversão for concluída, o endpoint 
retornará a um status InService. Esse status de transição só se aplica a um endpoint que tem 
o escalonamento automático ativado e está passando por alterações de peso ou capacidade 
de variantes como parte de uma UpdateEndpointWeightsAndCapacitieschamada ou quando a
UpdateEndpointWeightsAndCapacitiesoperação é chamada explicitamente.

• InService: o endpoint não está disponível para receber solicitações.
• Deleting: DeleteEndpointestá em execução.
• Failed: o endpoint não pôde ser criado, atualizado ou redimensionado. Uso DescribeEndpoint: 

FailureReason para obter informações sobre a falha. DeleteEndpointé a única operação que pode 
ser executada em um endpoint com falha.

Descreva um HostingDeployment

Você pode obter detalhes de depuração usando o comando describe do kubectl.

kubectl describe hostingdeployment

A saída será semelhante a:

Name:         host-xgboost
Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration: 
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"HostingDeployment","metadata":{"annotations":{},"name":"host-
xgboost","namespace":"def..."
API Version:  sagemaker.aws.amazon.com/v1
Kind:         HostingDeployment
Metadata: 
  Creation Timestamp:  2019-11-22T19:40:00Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        1 
  Resource Version:  4258134 
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  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
hostingdeployments/host-xgboost 
  UID:               def0e83e-0d5f-11ea-aa45-0a3507uiduid
Spec: 
  Containers: 
    Container Hostname:  xgboost 
    Image:               123456789012.dkr.ecr.us-east-2.amazonaws.com/xgboost:latest 
    Model Data URL:      s3://my-bucket/inference/xgboost-mnist/model.tar.gz 
  Models: 
    Containers: 
      xgboost 
    Execution Role Arn:  arn:aws:iam::123456789012:role/service-role/AmazonSageMaker-
ExecutionRole 
    Name:                xgboost-model 
    Primary Container:   xgboost 
  Production Variants: 
    Initial Instance Count:  1 
    Instance Type:           ml.c5.large 
    Model Name:              xgboost-model 
    Variant Name:            all-traffic 
  Region:                    us-east-2
Status: 
  Creation Time:         2019-11-22T19:40:04Z 
  Endpoint Arn:          arn:aws:sagemaker:us-east-2:123456789012:endpoint/host-
xgboost-def0e83e0d5f11eaaaexample 
  Endpoint Config Name:  host-xgboost-1-def0e83e0d5f11e-e08f6c510d5f11eaaa450aexample 
  Endpoint Name:         host-xgboost-def0e83e0d5f11eaaa450a350733ba06 
  Endpoint Status:       Creating 
  Endpoint URL:          https://runtime.sagemaker.us-east-2.amazonaws.com/endpoints/
host-xgboost-def0e83e0d5f11eaaaexample/invocations 
  Last Check Time:       2019-11-22T19:43:57Z 
  Last Modified Time:    2019-11-22T19:40:04Z 
  Model Names: 
    Name:   xgboost-model 
    Value:  xgboost-model-1-def0e83e0d5f11-df5cc9fd0d5f11eaaa450aexample
Events:     <none>

O campo de status fornece mais informações usando os seguintes campos:

• Additional: informações adicionais sobre o status da implantação da hospedagem. Esse campo 
é opcional e só é preenchido em caso de erro.

• Creation Time: Quando o endpoint foi criado em SageMaker.
• Endpoint ARN: O SageMaker ARN do endpoint.
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• Endpoint Config Name: o SageMaker nome da configuração do endpoint.
• Endpoint Name: o SageMaker nome do endpoint.
• Endpoint Status: o status do endpoint.
• Endpoint URL: o URL HTTPS que pode ser usado para acessar o endpoint. Para obter mais 

informações, consulte Implantar um modelo em serviços de SageMaker hospedagem.
• FailureReason: se um comando de criação, atualização ou exclusão falhar, a causa será 

mostrada aqui.
• Last Check Time: a última vez que o operador verificou o status do endpoint.
• Last Modified Time: a última vez que o endpoint foi modificado.
• Model Names: um par de valores-chave de nomes de HostingDeployment modelos com nomes 

de SageMaker modelos.

Invocar o endpoint

Quando o status do endpoint for InService, você poderá invocar o endpoint de duas maneiras: 
usando a CLI AWS, que faz a autenticação e a assinatura da solicitação de URL, ou usando 
um cliente HTTP como cURL. Se você usa seu próprio cliente, precisa fazer a assinatura e a 
autenticação de URL AWS v4 por conta própria.

Para invocar o endpoint usando a AWS CLI, execute o comando a seguir. Certifique-se de substituir 
o nome da região e do endpoint pela região e pelo nome do endpoint do SageMaker endpoint. Essas 
informações podem ser obtidas na saída de kubectl describe.

# Invoke the endpoint with mock input data.
aws sagemaker-runtime invoke-endpoint \ 
  --region us-east-2 \ 
  --endpoint-name <endpoint name> \ 
  --body $(seq 784 | xargs echo | sed 's/ /,/g') \ 
  >(cat) \ 
  --content-type text/csv > /dev/null

Por exemplo, se sua região for us-east-2 e o nome de configuração do endpoint forhost-
xgboost-f56b6b280d7511ea824b129926example, o comando a seguir invocaria o endpoint:

aws sagemaker-runtime invoke-endpoint \ 
  --region us-east-2 \ 
  --endpoint-name host-xgboost-f56b6b280d7511ea824b1299example \ 
  --body $(seq 784 | xargs echo | sed 's/ /,/g') \ 
  >(cat) \ 
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  --content-type text/csv > /dev/null
4.95847082138

Aqui 4.95847082138 está a previsão do modelo para os dados simulados.

Atualizar HostingDeployment

1. Quando a HostingDeployment tem um status deInService, ele pode ser atualizado. Pode levar 
cerca de 10 minutos HostingDeployment para entrar em serviço. Para verificar se o status é
InService, use o seguinte comando:

kubectl get hostingdeployments

2. Eles HostingDeployment podem ser atualizados antes que o status sejaInService. O operador 
espera até que o SageMaker endpoint chegue InService antes de aplicar a atualização.

Para aplicar uma atualização, modifique o hosting.yaml arquivo. Por exemplo, altere o campo
initialInstanceCount de 1 para 2 da seguinte forma:

apiVersion: sagemaker.aws.amazon.com/v1
kind: HostingDeployment
metadata: 
  name: host-xgboost
spec: 
    region: us-east-2 
    productionVariants: 
        - variantName: all-traffic 
          modelName: xgboost-model 
          initialInstanceCount: 2 
          instanceType: ml.c5.large 
    models: 
        - name: xgboost-model 
          executionRoleArn: arn:aws:iam::123456789012:role/service-role/
AmazonSageMaker-ExecutionRole 
          primaryContainer: xgboost 
          containers: 
            - xgboost 
    containers: 
        - containerHostname: xgboost 
          modelDataUrl: s3://my-bucket/inference/xgboost-mnist/model.tar.gz 
          image: 123456789012.dkr.ecr.us-east-2.amazonaws.com/xgboost:latest
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3. Salve o arquivo e use kubectl para aplicar sua atualização da seguinte maneira. Você deve 
ver o status mudar de InService para ReconcilingEndpoint, então Updating.

$ kubectl apply -f hosting.yaml
hostingdeployment.sagemaker.aws.amazon.com/host-xgboost configured

$ kubectl get hostingdeployments
NAME           STATUS                SAGEMAKER-ENDPOINT-NAME
host-xgboost   ReconcilingEndpoint   host-xgboost-def0e83e0d5f11eaaa450a350abcdef

$ kubectl get hostingdeployments
NAME           STATUS     SAGEMAKER-ENDPOINT-NAME
host-xgboost   Updating   host-xgboost-def0e83e0d5f11eaaa450a3507abcdef

SageMaker implanta um novo conjunto de instâncias com seus modelos, alterna o tráfego para usar 
as novas instâncias e drena as instâncias antigas. Assim que esse processo começa, o status se 
torna Updating. Depois que a atualização for concluída, seu endpoint se tornará InService. Este 
processo leva aproximadamente 10 minutos.

Exclua o HostingDeployment

1. Use kubectl para excluir um HostingDeployment com o seguinte comando:

kubectl delete hostingdeployments host-xgboost

A saída será semelhante a:

hostingdeployment.sagemaker.aws.amazon.com "host-xgboost" deleted

2. Para verificar se a implantação da hospedagem foi excluída, use o comando a seguir:

kubectl get hostingdeployments
No resources found.

Os endpoints que foram excluídos não incorrem em nenhuma cobrança por SageMaker recursos.
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O ProcessingJob operador

ProcessingJob operadores são usados para iniciar trabalhos de SageMaker processamento da 
Amazon. Para obter mais informações sobre trabalhos SageMaker de processamento, consulte
CreateProcessingJob.

Tópicos

• Crie um ProcessingJob usando um arquivo YAML

• Lista ProcessingJobs

• Descreva um ProcessingJob

• Excluir um ProcessingJob

Crie um ProcessingJob usando um arquivo YAML

Siga estas etapas para criar um trabalho de SageMaker processamento da Amazon usando um 
arquivo YAML:

1. Baixe o script de kmeans_preprocessing.py pré-processamento.

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/kmeans_preprocessing.py

2. Em um de seus buckets do Amazon Simple Storage Service (Amazon S3), crie
mnist_kmeans_example/processing_code uma pasta e carregue o script na pasta.

3. Faça download do arquivo kmeans-mnist-processingjob.yaml.

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/kmeans-mnist-processingjob.yaml

4. Edite o arquivo YAML para especificar sua sagemaker-execution-role e substituir todas as 
instâncias do pelo seu my-bucket bucket do S3.

...
metadata: 
  name: kmeans-mnist-processing
... 
  roleArn: arn:aws:iam::<acct-id>:role/service-role/<sagemaker-execution-role>
  ... 
  processingOutputConfig: 
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    outputs: 
      ... 
          s3Output: 
            s3Uri: s3://<my-bucket>/mnist_kmeans_example/output/ 
  ... 
  processingInputs: 
    ... 
        s3Input: 
          s3Uri: s3://<my-bucket>/mnist_kmeans_example/processing_code/
kmeans_preprocessing.py

Eles sagemaker-execution-role devem ter permissões para que SageMaker possam 
acessar seu bucket do S3, a Amazon CloudWatch e outros serviços em seu nome. Para obter 
mais informações sobre a criação de uma função de execução, consulte SageMakerFunções.

5. Aplique o arquivo YAML utilizando um dos seguintes comandos.

Para instalação com escopo de cluster:

kubectl apply -f kmeans-mnist-processingjob.yaml

Para instalação com escopo de namespace:

kubectl apply -f kmeans-mnist-processingjob.yaml -n <NAMESPACE>

Lista ProcessingJobs

Use um dos comandos a seguir para listar todos os trabalhos criados usando o ProcessingJob 
operador. SAGEMAKER-JOB-NAME vem da metadata seção do arquivo YAML.

Para instalação com escopo de cluster:

kubectl get ProcessingJob kmeans-mnist-processing

Para instalação com escopo de namespace:

kubectl get ProcessingJob -n <NAMESPACE> kmeans-mnist-processing

Sua saída deve ser semelhante à seguinte:
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NAME                    STATUS     CREATION-TIME        SAGEMAKER-JOB-NAME
kmeans-mnist-processing InProgress 2020-09-22T21:13:25Z kmeans-mnist-
processing-7410ed52fd1811eab19a165ae9f9e385

A saída lista todos os trabalhos, independentemente de seu status. Para remover um trabalho da 
lista, consulte Excluir um trabalho de processamento.

ProcessingJob Status

• SynchronizingK8sJobWithSageMaker: o trabalho é enviado primeiro ao cluster. O operador 
recebeu a solicitação e está se preparando para criar o trabalho de processamento.

• Reconciling: o operador está inicializando ou se recuperando de erros transitórios, junto com 
outros. Se o trabalho de processamento permanecer nesse estado, use o comando kubectl
describe para ver o motivo no campo Additional.

• InProgress | Completed | Failed | Stopping | Stopped— Status do trabalho 
SageMaker de processamento. Para obter mais informações, consulte DescribeProcessingJob.

• Error: o operador não pode se recuperar por meio da reconciliação.

Trabalhos concluídos, interrompidos ou falhados não incorrem em cobranças adicionais por 
SageMaker recursos.

Descreva um ProcessingJob

Use um dos comandos a seguir para obter mais detalhes sobre um trabalho de processamento. 
Esses comandos são normalmente usados para depurar um problema ou verificar os parâmetros de 
um trabalho de processamento.

Para instalação com escopo de cluster:

kubectl describe processingjob kmeans-mnist-processing

Para instalação com escopo de namespace:

kubectl describe processingjob kmeans-mnist-processing -n <NAMESPACE>

A saída do seu trabalho de processamento deve ser semelhante à seguinte.

$ kubectl describe ProcessingJob kmeans-mnist-processing
Name:         kmeans-mnist-processing
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Namespace:    default
Labels:       <none>
Annotations:  kubectl.kubernetes.io/last-applied-configuration: 
                {"apiVersion":"sagemaker.aws.amazon.com/
v1","kind":"ProcessingJob","metadata":{"annotations":{},"name":"kmeans-mnist-
processing",...
API Version:  sagemaker.aws.amazon.com/v1
Kind:         ProcessingJob
Metadata: 
  Creation Timestamp:  2020-09-22T21:13:25Z 
  Finalizers: 
    sagemaker-operator-finalizer 
  Generation:        2 
  Resource Version:  21746658 
  Self Link:         /apis/sagemaker.aws.amazon.com/v1/namespaces/default/
processingjobs/kmeans-mnist-processing 
  UID:               7410ed52-fd18-11ea-b19a-165ae9f9e385
Spec: 
  App Specification: 
    Container Entrypoint: 
      python 
      /opt/ml/processing/code/kmeans_preprocessing.py 
    Image Uri:  763104351884.dkr.ecr.us-west-2.amazonaws.com/pytorch-training:1.5.0-
cpu-py36-ubuntu16.04 
  Environment: 
    Name:   MYVAR 
    Value:  my_value 
    Name:   MYVAR2 
    Value:  my_value2 
  Network Config: 
  Processing Inputs: 
    Input Name:  mnist_tar 
    s3Input: 
      Local Path:   /opt/ml/processing/input 
      s3DataType:   S3Prefix 
      s3InputMode:  File 
      s3Uri:        s3://<s3bucket>-us-west-2/algorithms/kmeans/mnist/mnist.pkl.gz 
    Input Name:     source_code 
    s3Input: 
      Local Path:   /opt/ml/processing/code 
      s3DataType:   S3Prefix 
      s3InputMode:  File 
      s3Uri:        s3://<s3bucket>/mnist_kmeans_example/processing_code/
kmeans_preprocessing.py 
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  Processing Output Config: 
    Outputs: 
      Output Name:  train_data 
      s3Output: 
        Local Path:    /opt/ml/processing/output_train/ 
        s3UploadMode:  EndOfJob 
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/ 
      Output Name:     test_data 
      s3Output: 
        Local Path:    /opt/ml/processing/output_test/ 
        s3UploadMode:  EndOfJob 
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/ 
      Output Name:     valid_data 
      s3Output: 
        Local Path:    /opt/ml/processing/output_valid/ 
        s3UploadMode:  EndOfJob 
        s3Uri:         s3://<s3bucket>/mnist_kmeans_example/output/ 
  Processing Resources: 
    Cluster Config: 
      Instance Count:     1 
      Instance Type:      ml.m5.xlarge 
      Volume Size In GB:  20 
  Region:                 us-west-2 
  Role Arn:               arn:aws:iam::<acct-id>:role/m-sagemaker-role 
  Stopping Condition: 
    Max Runtime In Seconds:  1800 
  Tags: 
    Key:    tagKey 
    Value:  tagValue
Status: 
  Cloud Watch Log URL:             https://us-west-2.console.aws.amazon.com/cloudwatch/
home?region=us-west-2#logStream:group=/aws/sagemaker/ProcessingJobs;prefix=kmeans-
mnist-processing-7410ed52fd1811eab19a165ae9f9e385;streamFilter=typeLogStreamPrefix 
  Last Check Time:                 2020-09-22T21:14:29Z 
  Processing Job Status:           InProgress 
  Sage Maker Processing Job Name:  kmeans-mnist-
processing-7410ed52fd1811eab19a165ae9f9e385
Events:                            <none>

Excluir um ProcessingJob

Quando você exclui um trabalho de processamento, o trabalho SageMaker de processamento é 
removido do Kubernetes, mas o trabalho não é excluído do. SageMaker Se o status do trabalho em 
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SageMaker for, InProgress o trabalho será interrompido. Os trabalhos de processamento que 
estão interrompidos não incorrem em nenhuma cobrança por SageMaker recursos. Use um dos 
comandos a seguir para excluir um trabalho de processamento.

Para instalação com escopo de cluster:

kubectl delete processingjob kmeans-mnist-processing

Para instalação com escopo de namespace:

kubectl delete processingjob kmeans-mnist-processing -n <NAMESPACE>

A saída do seu trabalho de processamento deve ser semelhante à seguinte.

processingjob.sagemaker.aws.amazon.com "kmeans-mnist-processing" deleted

Note

SageMaker não exclui a tarefa de processamento. Os trabalhos interrompidos continuam 
aparecendo no SageMaker console. O delete comando leva alguns minutos para limpar os 
recursos SageMaker.

HostingAutoscalingPolicy Operador (HAP)

O operador HostingAutoscalingPolicy (HAP) usa uma lista de IDs de recursos como entrada e aplica 
a mesma política a cada uma delas. Cada ID de recurso é uma combinação de um nome de endpoint 
e um nome de variante. O operador HAP executa duas etapas: registra os IDs dos recursos e depois 
aplica a política de escalabilidade a cada ID do recurso. Delete desfaz as duas ações. Você pode 
aplicar o HAP a um SageMaker endpoint existente ou criar um novo SageMaker endpoint usando o 
operador. HostingDeployment  Você pode ler mais sobre escalonamento SageMaker automático na 
documentação da política de escalonamento automático de aplicativos.

Note

Em seus comandos kubectl, você pode usar a forma abreviada, hap, no lugar de
hostingautoscalingpolicy.
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Tópicos

• Crie um HostingAutoscalingPolicy usando um arquivo YAML

• Lista HostingAutoscalingPolicies

• Descreva um HostingAutoscalingPolicy

• Atualizar um HostingAutoscalingPolicy

• Excluir um HostingAutoscalingPolicy

• Atualizar ou excluir um endpoint com um HostingAutoscalingPolicy

Crie um HostingAutoscalingPolicy usando um arquivo YAML

Use um arquivo YAML para criar um HostingAutoscalingPolicy (HAP) que aplique uma métrica 
predefinida ou personalizada a um ou vários endpoints. SageMaker

A Amazon SageMaker exige valores específicos para aplicar o escalonamento automático à sua 
variante. Se esses valores não forem especificados na especificação YAML, o operador HAP 
aplicará os seguintes valores padrão.

# Do not change
Namespace                    = "sagemaker"
# Do not change
ScalableDimension            = "sagemaker:variant:DesiredInstanceCount"
# Only one supported
PolicyType                   = "TargetTrackingScaling"
# This is the default policy name but can be changed to apply a custom policy
DefaultAutoscalingPolicyName = "SageMakerEndpointInvocationScalingPolicy"

Use os exemplos a seguir para criar um HAP que aplique uma métrica predefinida ou personalizada 
a um ou vários endpoints.

Exemplo 1: aplicar uma métrica predefinida a uma única variante de endpoint

1. Faça download do arquivo YAML de exemplo para uma métrica predefinida usando o seguinte 
comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/hap-predefined-metric.yaml

2. Edite o arquivo YAML para especificar seu endpointName, variantName e Region.

Orquestração do Kubernetes 5088



Amazon SageMaker Guia do Desenvolvedor

3. Use um dos comandos a seguir para aplicar uma métrica predefinida a uma única ID de recurso 
(combinação de nome do endpoint e nome da variante).

Para instalação com escopo de cluster:

kubectl apply -f hap-predefined-metric.yaml

Para instalação com escopo de namespace:

kubectl apply -f hap-predefined-metric.yaml -n <NAMESPACE>

Exemplo 2: aplicar uma métrica personalizada a uma única variante de endpoint

1. Faça download do arquivo YAML de exemplo para uma métrica personalizada usando o 
seguinte comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/hap-custom-metric.yaml

2. Edite o arquivo YAML para especificar seu endpointName, variantName e Region.

3. Use um dos comandos a seguir para aplicar uma métrica personalizada a um único 
ID de recurso (combinação de nome do endpoint e nome da variante) no lugar do
SageMakerVariantInvocationsPerInstance recomendado.

Note

SageMaker A Amazon não verifica a validade da sua especificação YAML.

Para instalação com escopo de cluster:

kubectl apply -f hap-custom-metric.yaml

Para instalação com escopo de namespace:

kubectl apply -f hap-custom-metric.yaml -n <NAMESPACE>
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Exemplo 3: aplicar uma política de escalabilidade a vários endpoints e variantes

Você pode usar o operador HAP para aplicar a mesma política de escalabilidade a vários IDs 
de recursos. Uma scaling_policy solicitação separada é criada para cada ID de recurso 
(combinação de nome do endpoint e nome da variante).

1. Faça download do arquivo YAML de exemplo para uma métrica predefinida usando o seguinte 
comando:

wget https://raw.githubusercontent.com/aws/amazon-sagemaker-operator-for-k8s/
master/samples/hap-predefined-metric.yaml

2. Edite o arquivo YAML para especificar seus Region, vários endpointName e valores
variantName.

3. Use um dos comandos a seguir para aplicar uma métrica predefinida a vários IDs de recursos 
(combinações de nome de endpoint e nome de variante).

Para instalação com escopo de cluster:

kubectl apply -f hap-predefined-metric.yaml

Para instalação com escopo de namespace:

kubectl apply -f hap-predefined-metric.yaml -n <NAMESPACE>

Considerações HostingAutoscalingPolicies para vários endpoints e variantes

As seguintes considerações se aplicam quando você usa vários IDs de recursos:

• Se você aplicar uma única política em vários IDs de recursos, um PolicyArn será criado por ID de 
recurso. Cinco endpoints têm cinco PolicyArns. Quando você executa o comando describe na 
política, as respostas aparecem como um trabalho e incluem um único status de trabalho.

• Se você aplicar uma métrica personalizada a vários IDs de recursos, a mesma dimensão ou valor 
será usado para todos os valores de ID do recurso (variante). Por exemplo, se você aplicar uma 
métrica de cliente para as instâncias 1 a 5 e a dimensão da variante do endpoint for mapeada para 
a variante 1, quando a variante 1 exceder as métricas, todos os endpoints serão ampliados ou 
reduzidos.
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• O operador HAP suporta a atualização da lista de IDs de recursos. Se você modificar, adicionar ou 
excluir IDs de recursos da especificação, a política de escalonamento automático será removida 
da lista anterior de variantes e aplicada às combinações de IDs de recursos recém-especificadas. 
Use o comando describe para listar os IDs de recursos aos quais a política está aplicada 
atualmente.

Lista HostingAutoscalingPolicies

Use um dos comandos a seguir para listar todos HostingAutoscalingPolicies (HAPs) criados usando 
o operador HAP.

Para instalação com escopo de cluster:

kubectl get hap

Para instalação com escopo de namespace:

kubectl get hap -n <NAMESPACE>

Sua saída deve ser semelhante à seguinte:

NAME             STATUS   CREATION-TIME
hap-predefined   Created  2021-07-13T21:32:21Z

Use o comando a seguir para verificar o status do seu HostingAutoscalingPolicy (HAP).

kubectl get hap <job-name>

Ele tem um dos seguintes valores:

• Reconciling: certos tipos de erros mostram o status como Reconciling em vez de Error. 
Alguns exemplos são erros do lado do servidor e endpoints no estado Creating ou Updating. 
Verifique o campo Additional no status ou nos logs do operador para obter mais detalhes.

• Created

• Error
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Para visualizar o endpoint de escalonamento automático ao qual você aplicou a política

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel do lado esquerdo, expanda Inferência.

3. Selecione Endpoints.

4. Selecione o nome do endpoint de interesse.

5. Role até a seção Definições de tempo de execução do endpoint.

Descreva um HostingAutoscalingPolicy

Use o comando a seguir para obter mais detalhes sobre um HostingAutoscalingPolicy (HAP). 
Esses comandos geralmente são usados para depurar um problema ou verificar os IDs de recursos 
(combinações de nome de endpoint e nome de variante) de um HAP.

kubectl describe hap <job-name>

Atualizar um HostingAutoscalingPolicy

O operador HostingAutoscalingPolicy (HAP) oferece suporte a atualizações. Você pode editar sua 
especificação YAML para alterar os valores e depois reaplicar a política. O operador do HAP exclui a 
política existente e aplica a nova política.

Excluir um HostingAutoscalingPolicy

Use um dos comandos a seguir para excluir uma política HostingAutoscalingPolicy (HAP).

Para instalação com escopo de cluster:

kubectl delete hap hap-predefined

Para instalação com escopo de namespace:

kubectl delete hap hap-predefined -n <NAMESPACE>

Esse comando exclui a política de escalabilidade e cancela o registro do alvo de escalabilidade do 
Kubernetes. Este comando retorna a seguinte saída:
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hostingautoscalingpolicies.sagemaker.aws.amazon.com "hap-predefined" deleted

Atualizar ou excluir um endpoint com um HostingAutoscalingPolicy

Para atualizar um endpoint que tenha um HostingAutoscalingPolicy (HAP), use o kubectl delete
comando para remover o HAP, atualizar o endpoint e reaplicar o HAP.

Para excluir um endpoint que tenha um HAP, use o comando kubectl delete para remover o HAP 
antes de excluir o endpoint.

Migre recursos para os operadores mais recentes

Estamos interrompendo o desenvolvimento e o suporte técnico da versão original do  SageMaker 
Operators for Kubernetes.

Se você estiver usando atualmente a versão v1.2.2 ou inferior do  SageMaker Operators for 
Kubernetes, recomendamos migrar seus recursos para o controlador de serviço ACK da Amazon. 
SageMaker O controlador de serviço ACK é uma nova geração de SageMaker operadores para 
Kubernetes com base em AWScontroladores para Kubernetes (ACK).

Para obter respostas às perguntas frequentes sobre o fim do suporte da versão original do 
SageMaker Operators for Kubernetes, consulte Anunciando o fim do suporte da versão original do 
SageMaker Operators for Kubernetes

Use as etapas a seguir para migrar seus recursos e usar o ACK para treinar, ajustar e implantar 
modelos de aprendizado de máquina com a Amazon SageMaker.

Note

Os SageMaker operadores mais recentes do Kubernetes não são compatíveis com versões 
anteriores.

Conteúdos

• Pré-requisitos

• Adote recursos

• Limpe os recursos antigos

• Use os novos SageMaker operadores para Kubernetes
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Pré-requisitos

Para migrar recursos com sucesso para os SageMaker operadores mais recentes do Kubernetes, 
você deve fazer o seguinte:

1. Instale os SageMaker operadores mais recentes para Kubernetes. Consulte Configuração no
Machine Learning com o SageMaker controlador ACK para step-by-step obter instruções.

2. Se você estiver usando HostingAutoscalingPolicyrecursos, instale o novo Application Auto 
Scaling Operators. Consulte Configuração em Scale SageMaker Workloads with Application Auto
Scaling step-by-step para obter instruções. Essa etapa é opcional se você não estiver usando 
HostingAutoScalingPolicy recursos.

Se as permissões forem configuradas corretamente, o controlador de SageMaker serviço ACK 
poderá determinar a especificação e o status do AWS recurso e reconciliar o recurso como se o 
controlador ACK o tivesse criado originalmente.

Adote recursos

Os novos SageMaker operadores para Kubernetes oferecem a capacidade de adotar recursos que 
não foram originalmente criados pelo controlador de serviço ACK. Para obter mais informações, 
consulte Adotar recursos AWS existentes na documentação do ACK.

As etapas a seguir mostram como os novos SageMaker operadores do Kubernetes podem adotar 
um endpoint existente. SageMaker Salve o código de amostra a seguir em um arquivo chamado
adopt-endpoint-sample.yaml.

apiVersion: services.k8s.aws/v1alpha1
kind: AdoptedResource
metadata: 
  name: adopt-endpoint-sample
spec:   
  aws: 
    # resource to adopt, not created by ACK 
    nameOrID: xgboost-endpoint 
  kubernetes: 
    group: sagemaker.services.k8s.aws 
    kind: Endpoint 
    metadata: 
      # target K8s CR name 
      name: xgboost-endpoint
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Envie o recurso personalizado (CR) usando kubectl apply:

kubectl apply -f adopt-endpoint-sample.yaml

Use kubectl describe para verificar as condições de status do seu recurso adotado.

kubectl describe adoptedresource adopt-endpoint-sample

Verifique se a condição ACK.Adopted é True. A saída deve ser semelhante ao seguinte exemplo:

---
kind: AdoptedResource
metadata: 
  annotations: 
    kubectl.kubernetes.io/last-applied-configuration: '{"apiVersion":"services.k8s.aws/
v1alpha1","kind":"AdoptedResource","metadata":{"annotations":{},"name":"xgboost-
endpoint","namespace":"default"},"spec":{"aws":{"nameOrID":"xgboost-
endpoint"},"kubernetes":
{"group":"sagemaker.services.k8s.aws","kind":"Endpoint","metadata":{"name":"xgboost-
endpoint"}}}}' 
  creationTimestamp: '2021-04-27T02:49:14Z' 
  finalizers: 
  - finalizers.services.k8s.aws/AdoptedResource 
  generation: 1 
  name: adopt-endpoint-sample 
  namespace: default 
  resourceVersion: '12669876' 
  selfLink: "/apis/services.k8s.aws/v1alpha1/namespaces/default/adoptedresources/adopt-
endpoint-sample" 
  uid: 35f8fa92-29dd-4040-9d0d-0b07bbd7ca0b
spec: 
  aws: 
    nameOrID: xgboost-endpoint 
  kubernetes: 
    group: sagemaker.services.k8s.aws 
    kind: Endpoint 
    metadata: 
      name: xgboost-endpoint
status: 
  conditions: 
  - status: 'True' 
    type: ACK.Adopted
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Verifique se seu recurso existe em seu cluster:

kubectl describe endpoints.sagemaker xgboost-endpoint

HostingAutoscalingPolicyrecursos

O recurso HostingAutoscalingPolicy (HAP) consiste em vários recursos do Application Auto 
Scaling: ScalableTarget e ScalingPolicy. Ao adotar um recurso HAP com ACK, primeiro 
instale o controlador Application Autox Scaling. Para adotar os recursos do HAP, você precisa 
adotar tanto o recurso ScalableTarget como o ScalingPolicy. Você pode encontrar o 
identificador de recursos para esses recursos no status do HostingAutoscalingPolicy recurso 
()status.ResourceIDList.

HostingDeployment recursos

O HostingDeployment recurso consiste em vários SageMaker 
recursos:Endpoint,EndpointConfig, e cada umModel. Se você adotar um SageMaker endpoint 
no ACK, precisará adotar o EndpointEndpointConfig, e cada um Model separadamente. 
Os nomes Endpoint, EndpointConfig e Model, podem ser encontrados no status do 
recurso HostingDeployment (status.endpointName, status.endpointConfigName
estatus.modelNames).

Para obter uma lista de todos os SageMaker recursos compatíveis, consulte a Referência da API 
ACK.

Limpe os recursos antigos

Depois que os novos SageMaker operadores do Kubernetes adotarem seus recursos, você poderá 
desinstalar os operadores antigos e limpar os recursos antigos.

Etapa 1: desinstalar o operador antigo

Para desinstalar o operador antigo, consulte Excluir operadores.

Warning

Desinstale o operador antigo antes de excluir qualquer recurso antigo.
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Etapa 2: remover finalizadores e excluir recursos antigos

Warning

Antes de excluir recursos antigos, certifique-se de ter desinstalado o operador antigo.

Depois de desinstalar o operador antigo, você deve remover explicitamente os finalizadores para 
excluir os recursos antigos do operador. O exemplo de script a seguir mostra como excluir todos os 
trabalhos de treinamento gerenciados pelo operador antigo em um determinado namespace. Você 
pode usar um padrão semelhante para excluir recursos adicionais depois que eles forem adotados 
pelo novo operador.

Note

Você deve usar nomes completos de recursos para obter recursos. Por exemplo, use
kubectl get trainingjobs.sagemaker.aws.amazon.com em vez de kubectl get 
trainingjob.

namespace=sagemaker_namespace
training_jobs=$(kubectl get trainingjobs.sagemaker.aws.amazon.com -n $namespace -ojson 
 | jq -r '.items | .[] | .metadata.name') 
  
for job in $training_jobs
do 
    echo "Deleting $job resource in $namespace namespace" 
    kubectl patch trainingjobs.sagemaker.aws.amazon.com $job -n $namespace -p 
 '{"metadata":{"finalizers":null}}' --type=merge 
    kubectl delete trainingjobs.sagemaker.aws.amazon.com $job -n $namespace
done

Use os novos SageMaker operadores para Kubernetes

Para obter guias detalhados sobre o uso dos novos SageMaker operadores para Kubernetes, 
consulte Use SageMaker operadores para Kubernetes
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Anunciando o fim do suporte da versão original do SageMaker Operators for Kubernetes

Esta página anuncia o fim do suporte para a versão original do SageMaker Operators for Kubernetes 
e fornece respostas para perguntas frequentes, bem como informações de migração sobre o
controlador de serviços ACK para Amazon SageMaker, uma nova geração de operadores totalmente 
compatíveis SageMaker para Kubernetes. Para obter informações gerais sobre os novos SageMaker 
operadores do Kubernetes, consulte.  SageMaker Operadores mais recentes para Kubernetes

Perguntas frequentes sobre o Fim do suporte

Conteúdo

• Por que estamos encerrando o suporte para a versão original do SageMaker Operators for 
Kubernetes?

• Onde posso encontrar mais informações sobre os novos SageMaker operadores para Kubernetes 
e ACK?

• O que significa fim do suporte (EOS)?

• Como posso migrar minha carga de trabalho para os novos SageMaker Operators for Kubernetes 
para treinamento e inferência?

• Para qual versão do ACK devo migrar?

• Os SageMaker operadores iniciais do Kubernetes e os novos operadores (controlador de serviço 
ACK para a Amazon SageMaker) são funcionalmente equivalentes?

Por que estamos encerrando o suporte para a versão original do SageMaker Operators for 
Kubernetes?

Agora, os usuários podem aproveitar o controlador de serviço ACK para a Amazon SageMaker. O 
controlador de serviço ACK é uma nova geração de SageMaker operadores para Kubernetes com 
base em AWSControllers for Kubernetes (ACK), um projeto orientado pela comunidade otimizado 
para produção, padronizando a forma de expor serviços por meio de um operador Kubernetes. AWS 
Portanto, estamos anunciando o fim do suporte (EOS) para a versão original (não baseada em ACK) 
do  SageMaker Operators for Kubernetes. O suporte termina em 15 de fevereiro de 2023 junto com o
Amazon Elastic Kubernetes Service Kubernetes 1.21.

Para obter mais informações sobre o ACK, consulte o histórico e os princípios do ACK.
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Onde posso encontrar mais informações sobre os novos SageMaker operadores para Kubernetes e 
ACK?

• Para obter mais informações sobre os novos SageMaker operadores para Kubernetes, consulte o 
controlador de serviço ACK para o SageMaker GitHub repositório Amazon ou leia a documentação 
de AWSControllers for Kubernetes.

• Para ver um tutorial sobre como treinar um modelo de aprendizado de máquina com o controlador 
de serviços ACK para a Amazon SageMaker usando o Amazon EKS, veja este SageMaker 
exemplo.

Para ver um exemplo de escalonamento automático, consulte Dimensionar SageMaker cargas de 
trabalho com o Application Auto Scaling.

• Para obter informações sobre o Controlador da AWS para Kubernetes (ACK), consulte a 
documentação dos Controladores da AWS para Kubernetes (ACK).

• Para obter uma lista dos SageMaker recursos compatíveis, consulte a Referência da API ACK.

O que significa fim do suporte (EOS)?

Embora os usuários possam continuar usando suas operadoras atuais, não estamos mais 
desenvolvendo novos recursos para as operadoras, nem lançaremos patches ou atualizações de 
segurança para os problemas encontrados. v1.2.2é a última versão do SageMaker Operators for 
Kubernetes. Os usuários devem migrar suas cargas de trabalho para usar o controlador de serviço 
ACK para a Amazon. SageMaker

Como posso migrar minha carga de trabalho para os novos SageMaker Operators for Kubernetes 
para treinamento e inferência?

Para obter informações sobre como migrar recursos dos SageMaker operadores antigos para os 
novos do Kubernetes, siga. Migre recursos para os operadores mais recentes

Para qual versão do ACK devo migrar?

Os usuários devem migrar para a versão mais recente do controlador de serviço ACK para a Amazon 
SageMaker.

Os SageMaker operadores iniciais do Kubernetes e os novos operadores (controlador de serviço 
ACK para a Amazon SageMaker) são funcionalmente equivalentes?

Sim, eles estão em paridade de recursos.
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Alguns destaques das principais diferenças notáveis entre as duas versões incluem:

• As definições de recursos personalizados (CRD) usadas pelos SageMaker operadores baseados 
em ACK para Kubernetes seguem a definição da AWS API, tornando-a incompatível com as 
especificações de recursos personalizados dos SageMaker operadores para Kubernetes em sua 
versão original. Consulte os CRDs no novo controlador ou use o guia de migração para adotar os 
recursos e usar o novo controlador.

• A Hosting Autoscaling política não faz mais parte dos novos SageMaker Operators for 
Kubernetes e foi migrada para o controlador ACK de escalonamento automático de aplicativos.
Para saber como usar o controlador de escalonamento automático do aplicativo para configurar 
o escalonamento automático em SageMaker endpoints, siga este exemplo de escalonamento 
automático.

• O HostingDeployment recurso foi usado para criar modelos, configurações de endpoints e 
endpoints em um CRD. Os novos SageMaker operadores para Kubernetes têm um CRD separado 
para cada um desses recursos.

SageMaker Componentes para tubulações Kubeflow

Este documento descreve como usar SageMaker componentes para pipelines do Kubeflow. Com 
esses componentes do pipeline, você pode criar e monitorar trabalhos nativos de SageMaker 
treinamento, ajuste, implantação de endpoints e transformação em lote a partir de seus pipelines 
do Kubeflow. Ao executar trabalhos do Kubeflow Pipeline SageMaker, você move os trabalhos de 
processamento e treinamento de dados do cluster Kubernetes para o serviço gerenciado otimizado 
para aprendizado de máquina SageMaker da empresa. Este documento pressupõe conhecimento 
prévio do Kubernetes e do Kubeflow.

Conteúdo

• O que são pipelines Kubeflow?

• Quais são os componentes do Kubeflow Pipeline?

• Por que usar SageMaker componentes para pipelines Kubeflow?

• SageMaker Componentes para versões do Kubeflow Pipelines

• Lista de SageMaker componentes para pipelines Kubeflow

• Permissões do IAM

• Conversão de tubulações para uso SageMaker

• Instalar Pipelines do Kubeflow
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• Use SageMaker componentes

O que são pipelines Kubeflow?

O Kubeflow Pipelines (KFP) é uma plataforma para criar e implantar fluxos de trabalho de machine 
learning (ML) portáteis e escaláveis com base em contêineres Docker. A plataforma Kubeflow 
Pipelines consiste no seguinte:

• Uma interface de usuário (UI) para gerenciar e rastrear experimentos, trabalhos e execuções.
• Um mecanismo (Argo) para programar fluxos de trabalho de ML em várias etapas.
• Um SDK para definir e manipular pipelines e componentes.
• Notebooks para interagir com o sistema usando o SDK.

Um pipeline é uma descrição de um fluxo de trabalho de ML expressa como um gráfico acíclico 
direcionado. Cada etapa do fluxo de trabalho é expressa como um componente do Kubeflow 
Pipeline, que é um módulo AWS SDK for Python (Boto3).

Para obter mais informações sobre o Kubeflow Pipelines, consulte a documentação do Kubeflow 
Pipelines.

Quais são os componentes do Kubeflow Pipeline?

Um componente do Kubeflow Pipeline é um conjunto de código usado para executar uma etapa de 
um pipeline do Kubeflow. Os componentes são representados por um módulo Python incorporado 
em uma imagem do Docker. Quando o pipeline é executado, o contêiner do componente é 
instanciado em um dos nós de operador no cluster Kubernetes que executa o Kubeflow, e sua lógica 
é executada. Os componentes do pipeline podem ler as saídas dos componentes anteriores e criar 
saídas que o próximo componente do pipeline possa consumir. Esses componentes facilitam e 
agilizam a criação de pipelines para ambientes de experimentação e produção sem precisar interagir 
com a infraestrutura subjacente do Kubernetes.

Você pode usar SageMaker componentes em seu pipeline do Kubeflow. Em vez de encapsular 
sua lógica em um contêiner personalizado, basta carregar os componentes e descrever seu 
pipeline usando o SDK do Kubeflow Pipelines. Quando o pipeline é executado, suas instruções são 
traduzidas em um SageMaker trabalho ou implantação. Em seguida, a carga de trabalho é executada 
na infraestrutura totalmente gerenciada do SageMaker.
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Por que usar SageMaker componentes para pipelines Kubeflow?

SageMaker Os componentes do Kubeflow Pipelines oferecem uma alternativa para iniciar seus 
trabalhos de computação intensiva a partir de. SageMaker Os componentes se integram SageMaker 
à portabilidade e orquestração do Kubeflow Pipelines. Usando os SageMaker componentes do 
Kubeflow Pipelines, você pode criar e monitorar seus SageMaker recursos como parte de um fluxo 
de trabalho do Kubeflow Pipelines. Cada um dos trabalhos em seus pipelines é executado em 
SageMaker vez do cluster Kubernetes local, permitindo que você aproveite os principais SageMaker 
recursos, como rotulagem de dados, ajuste de hiperparâmetros em grande escala e trabalhos 
de treinamento distribuídos, ou implantação de modelo seguro e escalável com um clique. Os 
parâmetros, o status, os registros e as saídas do trabalho ainda podem ser SageMaker acessados 
na interface do usuário do Kubeflow Pipelines.

Os SageMaker componentes integram os principais SageMaker recursos em seus fluxos de trabalho 
de ML, desde a preparação de dados até a criação, o treinamento e a implantação de modelos de 
ML. Você pode criar um Kubeflow Pipeline construído inteiramente usando esses componentes ou 
integrar componentes individuais ao seu fluxo de trabalho conforme necessário. Os componentes 
estão disponíveis em uma ou duas versões. Cada versão de um componente utiliza um back-end 
diferente. Para obter mais informações sobre essas versões, consulte SageMaker Componentes 
para versões do Kubeflow Pipelines.

Não há cobrança adicional pelo uso de SageMaker componentes para pipelines do Kubeflow. Você 
incorre em cobranças por quaisquer SageMaker recursos usados por meio desses componentes.

SageMaker Componentes para versões do Kubeflow Pipelines

SageMaker Os componentes do Kubeflow Pipelines vêm em duas versões. Cada versão utiliza um 
back-end diferente para criar e gerenciar recursos. SageMaker

• Os SageMaker componentes do Kubeflow Pipelines versão 1 (v1.x ou inferior) usam Boto3 () como 
back-end. AWS SDK for Python (Boto3)

• A versão 2 (v2.0.0-alpha2 e superior) de SageMaker Components for Kubeflow Pipelines usa o 
Operator for Kubernetes (ACK). SageMaker

A AWS introduziu o ACK para facilitar uma forma nativa do Kubernetes de gerenciar recursos em 
nuvem da AWS. O ACK inclui um conjunto de controladores AWS específicos do serviço, um dos 
quais é o controlador. SageMaker O SageMaker controlador torna mais fácil para desenvolvedores 
de aprendizado de máquina e cientistas de dados que usam o Kubernetes como plano de controle 
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treinar, ajustar e implantar modelos de aprendizado de máquina (ML). SageMaker Para obter mais 
informações, consulte SageMaker Operadores para Kubernetes

Ambas as versões dos SageMaker Components for Kubeflow Pipelines são compatíveis. No entanto, 
a versão 2 oferece algumas vantagens adicionais. Especificamente, ela oferece:

1. Uma experiência consistente para gerenciar seus SageMaker recursos a partir de qualquer 
aplicativo, esteja você usando pipelines do Kubeflow, CLI (kubectl) do Kubernetes ou outros 
aplicativos do Kubeflow, como Notebooks.

2. A flexibilidade de gerenciar e monitorar seus SageMaker recursos fora do fluxo de trabalho do 
pipeline do Kubeflow.

3. Tempo de configuração zero para usar os SageMaker componentes se você implantou o Kubeflow 
completo no AWS lançamento, já que o SageMaker Operador faz parte de sua implantação.

Lista de SageMaker componentes para pipelines Kubeflow

A seguir está uma lista de todos os SageMaker componentes do Kubeflow Pipelines e suas versões 
disponíveis. Como alternativa, você pode encontrar todos os SageMaker componentes do Kubeflow 
Pipelines em. GitHub

Note

Recomendamos que os usuários utilizem a versão 2 de um SageMaker componente onde 
quer que esteja disponível.

Componentes do Ground Truth

• Ground Truth

O componente Ground Truth permite que você envie trabalhos de etiquetagem SageMaker do 
Ground Truth diretamente de um fluxo de trabalho do Kubeflow Pipelines.

Essa é a versão 1 do componente Essa é a versão 2 do componente

SageMaker Componente Ground Truth 
Kubeflow Pipelines versão 1

X
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• Equipe de trabalho

O componente Workteam permite que você crie trabalhos de equipe de trabalho SageMaker 
privados diretamente de um fluxo de trabalho do Kubeflow Pipelines.

Essa é a versão 1 do componente Essa é a versão 2 do componente

SageMaker criar equipe de trabalho privada 
(componente Kubeflow Pipelines, versão 1)

X

Componentes de processamento de dados

• Processamento

O componente Processing permite que você envie trabalhos de processamento SageMaker 
diretamente de um fluxo de trabalho do Kubeflow Pipelines.

Essa é a versão 1 do componente Essa é a versão 2 do componente

SageMaker Processando o componente 
Kubeflow Pipeline versão 1

X

Componentes de treinamento

• Treinamento

O componente de treinamento permite que você envie trabalhos de SageMaker treinamento 
diretamente de um fluxo de trabalho do Kubeflow Pipelines.

Essa é a versão 1 do componente Essa é a versão 2 do componente

SageMaker Treinando o componente 
Kubeflow Pipelines versão 1

SageMaker Treinando o componente 
Kubeflow Pipelines versão 2

• Otimização de hiperparâmetros
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O componente Hyperparameter Optimization permite que você envie trabalhos de ajuste de 
hiperparâmetros SageMaker diretamente de um fluxo de trabalho do Kubeflow Pipelines.

Essa é a versão 1 do componente Essa é a versão 2 do componente

SageMaker otimização de hiperparâmetros: 
componente Kubeflow Pipeline, versão 1

X

Componentes de inferência

• Implantação de hospedagem

Os componentes de hospedagem permitem que você implante um modelo usando serviços de 
SageMaker hospedagem de um fluxo de trabalho do Kubeflow Pipelines.
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Essa é a versão 1 do componente Essa é a versão 2 do componente

SageMaker Serviços de hospedagem - Crie 
o componente Endpoint Kubeflow Pipeline 
versão 1.

A versão 2 dos componentes de hospedagem 
consiste nos três subcomponentes necessári 
os para criar uma implantação de hospedage 
m em SageMaker.

• Uma versão 2 do componente SageMaker 
Model Kubeflow Pipelines responsável 
pelos artefatos do modelo e pelo caminho 
de registro da imagem do modelo que 
contém o código de inferência.

• Uma versão 2 do componente Kubeflow 
Pipelines de configuração de SageMaker 
endpoint responsável por definir a configura 
ção do endpoint, como tipo de instância, 
modelos, número de instâncias e opção de 
inferência sem servidor.

• Um componente SageMaker do Endpoint 
Kubeflow Pipelines versão 2 responsável 
por criar ou atualizar o endpoint SageMaker 
conforme especificado na configuração do 
endpoint.

• Transformação em lote

O componente Batch Transform permite que você execute trabalhos de inferência para um 
conjunto de dados inteiro a SageMaker partir de um fluxo de trabalho do Kubeflow Pipelines.

Essa é a versão 1 do componente Essa é a versão 2 do componente

SageMaker Componente Batch Transform 
Kubeflow Pipeline versão 1

X

• Model Monitor
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Os componentes do Model Monitor permitem monitorar a qualidade dos modelos de aprendizado 
de SageMaker máquina na produção a partir de um fluxo de trabalho do Kubeflow Pipelines.
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Essa é a versão 1 do componente Essa é a versão 2 do componente

X Os componentes do Model Monitor consistem 
em quatro subcomponentes para monitorar a 
oscilação em um modelo.

• Uma versão 2 do componente SageMaker 
Data Quality Job Definition Kubeflow 
Pipelines responsável por monitorar a 
variação na qualidade dos dados.

• Um componente SageMaker do Model 
Quality Job Definition Kubeflow Pipelines 
, versão 2, responsável por monitorar a 
variação nas métricas de qualidade do 
modelo.

• Uma versão 2 do componente SageMaker 
Model Bias Job Definition Kubeflow 
Pipelines responsável por monitorar o viés 
nas previsões de um modelo.

• Um componente SageMaker do Model 
Explainability Job Definition Kubeflow 
Pipelines, versão 2, responsável por 
monitorar o desvio na atribuição de 
recursos.

Além disso, para o monitoramento dentro do 
cronograma em uma frequência especific 
ada, um quinto componente, o componente
SageMaker Monitoring Schedule Kubeflow 
Pipelines versão 2, é responsável por 
monitorar os dados coletados de um endpoint 
em tempo real em um cronograma.

Para obter mais informações sobre o Amazon 
SageMaker Model Monitor, consulteMonitorar 
a qualidade de dados do modelo.
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Permissões do IAM

A implantação do Kubeflow Pipelines com SageMaker componentes requer as três camadas de 
autenticação a seguir:

• Uma função do IAM que concede ao seu nó de gateway (que pode ser sua máquina local ou uma 
instância remota) acesso ao cluster do Amazon Elastic Kubernetes Service (Amazon EKS).

O usuário que acessa o nó do gateway assume essa função para:
• Crie um cluster do Amazon EKS e instale o KFP
• Criar função do IAM
• Crie buckets do Amazon S3 para seus dados de entrada de amostra

A função requer as seguintes permissões:
• CloudWatchLogsFullAccess
• AWSCloudFormationFullAccess
• IAM FullAccess
• Amazon S3 FullAccess
• Amazon EC2 FullAccess
• AdminPolicy AmazonEKS (Crie essa política usando o esquema dos exemplos de políticas 

baseadas em identidade do Amazon EKS)

• Uma função de execução do Kubernetes IAM assumida pelos pods do pipeline do Kubernetes 
(kfp-example-pod-role) ou pelo SageMaker operador para que o pod controlador do Kubernetes 
acesse. SageMaker Essa função é usada para criar e monitorar SageMaker trabalhos do 
Kubernetes.

A função requer as seguintes permissões:
• AmazonSageMakerFullAccess

Você pode limitar as permissões para os pods do KFP e do controlador criando e anexando sua 
própria política personalizada.

• Uma função de execução SageMaker do IAM assumida por SageMaker trabalhos para acessar 
AWS recursos como Amazon S3 ou Amazon ECR (kfp-example-sagemaker-execution-role).

SageMaker os trabalhos usam essa função para:
• Acesse SageMaker recursos
• Entrar dados do Amazon S3
• Armazene seu modelo de saída no Amazon S3Orquestração do Kubernetes 5109
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A função requer as seguintes permissões:
• AmazonSageMakerFullAccess
• Amazon S3 FullAccess

Conversão de tubulações para uso SageMaker

Você pode converter um pipeline existente para uso SageMaker portando seus contêineres 
genéricos de processamento e contêineres de treinamento do Python. Se você estiver usando 
SageMaker para inferência, também precisará anexar permissões do IAM ao seu cluster e converter 
um artefato em um modelo.

Instalar Pipelines do Kubeflow

O Kubeflow Pipelines (KFP) é o componente de orquestração de pipeline do Kubeflow.

Você pode implantar o Kubeflow Pipelines (KFP) em um Amazon Elastic Kubernetes Service 
(Amazon EKS) existente ou criar um novo cluster do Amazon EKS. Use um nó de gateway para 
interagir com seu cluster. O nó do gateway pode ser sua máquina local ou uma instância do Amazon 
EC2.

A seção a seguir orienta você pelas etapas de instalação e configuração desses recursos.

Tópicos

• Escolha uma opção de instalação

• Configure suas permissões de pipeline para acessar SageMaker

• Acesse a interface do usuário do KFP (painel do Kubeflow)

Escolha uma opção de instalação

O Kubeflow Pipelines está disponível como um componente principal da distribuição completa do 
Kubeflow em AWS ou como uma instalação independente.

Selecione a opção que se aplica ao seu caso de uso:

1. Kubeflow completo na implantação AWS

Para usar outros componentes do Kubeflow além dos Pipelines do Kubeflow, escolha a
distribuição completa AWS da implantação do Kubeflow.
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2. Implantação autônoma do Kubeflow Pipelines

Para usar os pipelines do Kubeflow sem os outros componentes do Kubeflow, instale os pipelines 
do Kubeflow de forma independente.

Kubeflow completo na implantação AWS

Para instalar a versão completa do Kubeflow em AWS, escolha a opção de implantação básica no
guia de implantação do Kubeflow em AWS ou qualquer outra opção de implantação que ofereça 
suporte a integrações com vários serviços AWS (Amazon S3, Amazon RDS, Amazon Cognito).

Implantação autônoma do Kubeflow Pipelines

Esta seção pressupõe que seu usuário tenha permissões para criar funções e definir políticas para a 
função.

Configurar um nó de gateway

Você pode usar sua máquina local ou uma instância do Amazon EC2 como seu nó de gateway. Um 
nó de gateway é usado para criar um cluster do Amazon EKS e acessar a interface do usuário do 
Kubeflow Pipelines.

Concluir as etapas a seguir para configurar seu nó.

1. Criar um nó de gateway.

Você pode usar uma instância existente do Amazon EC2 ou criar uma nova instância com a 
versão mais recente da DLAMI do Ubuntu 18.04 usando as etapas em Iniciar e configurar uma 
DLAMI.

2. Criar uma função do IAM para conceder ao gateway acesso aos seus recursos do AWS.

Crie uma função do IAM com permissões para os seguintes recursos: CloudWatch,, IAMAWS 
CloudFormation, Amazon EC2, Amazon S3, Amazon EKS.

Anexe as políticas a seguir à função do IAM:

• CloudWatchLogsFullAccess
• AWSCloudFormationFullAccess
• IAM FullAccess
• Amazon S3 FullAccess
• Amazon EC2 FullAccess
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• AdminPolicy AmazonEKS (Crie essa política usando o esquema dos exemplos de políticas 
baseadas em identidade do Amazon EKS)

Para obter informações sobre como adicionar Permissões do IAM a uma função do IAM consulte
Adicionando e removendo permissões de identidade do IAM.

3. Instale as seguintes ferramentas e clientes

Instale e configure as seguintes ferramentas e recursos em seu nó de gateway para acessar o 
cluster do Amazon EKS e a interface de usuário (UI) do KFP.

• AWS CLI: a ferramenta de linha de comando para trabalhar com serviços da AWS. Para obter 
informações de AWS CLI configuração, consulte Configurando o AWS CLI.

• aws-iam-authenticatorversão 0.1.31 e superior: uma ferramenta para usar credenciais AWS do 
IAM para se autenticar em um cluster Kubernetes.

• A versão eksctl acima de 0,15: a ferramenta de linha de comando para trabalhar com 
clusters do Amazon EKS.

• kubectl: a ferramenta de linha de comando para trabalhar com clusters do Kubernetes. A 
versão precisa corresponder à sua versão do Kubernetes em uma versão secundária.

• AWS SDK for Python (Boto3).

pip install boto3

Configuração de um cluster do Amazon EKS

1. Se você não tiver um cluster do Amazon EKS existente, execute as seguintes etapas na linha de 
comando do seu nó de gateway; caso contrário, pule essa etapa.

a. Execute o comando a seguir para criar um cluster do Amazon EKS com a versão 1.17 ou 
superior. Substitua <clustername> por qualquer nome para seu cluster.

eksctl create cluster --name <clustername> --region us-east-1 --auto-kubeconfig 
 --timeout=50m --managed --nodes=1

b. Quando a criação do cluster estiver concluída, certifique-se de ter acesso ao seu cluster 
listando os nós do cluster.

kubectl get nodes

Orquestração do Kubernetes 5112

https://docs.aws.amazon.com/eks/latest/userguide/security_iam_id-based-policy-examples.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_manage-attach-detach.html
https://docs.aws.amazon.com/cli/latest/userguide/cli-chap-install.html
https://docs.aws.amazon.com/cli/latest/userguide/cli-chap-configure.html
https://docs.aws.amazon.com/eks/latest/userguide/install-aws-iam-authenticator.html
https://docs.aws.amazon.com/eks/latest/userguide/eksctl.html
https://kubernetes.io/docs/tasks/tools/install-kubectl/#install-kubectl
https://console.aws.amazon.com/https://aws.amazon.com/sdk-for-python/


Amazon SageMaker Guia do Desenvolvedor

2. Certifique-se de que o kubectl contexto atual aponte para seu cluster com o seguinte 
comando. O contexto atual é marcado com um asterisco (*) na saída.

kubectl config get-contexts

CURRENT NAME     CLUSTER
*    <username>@<clustername>.us-east-1.eksctl.io    <clustername>.us-
east-1.eksctl.io

3. Se o cluster desejado não estiver configurado como padrão atual, atualize o padrão com o 
comando a seguir.

aws eks update-kubeconfig --name <clustername> --region us-east-1

Instalar Pipelines do Kubeflow

Execute as etapas a seguir no terminal do seu nó de gateway para instalar o Kubeflow Pipelines em 
seu cluster.

1. Instale todos os componentes do cert-manager.

kubectl apply -f https://github.com/cert-manager/cert-manager/releases/download/
v1.9.1/cert-manager.yaml

2. Instale os pipelines do Kubeflow.

export PIPELINE_VERSION=2.0.0-alpha.5
kubectl apply -k "github.com/kubeflow/pipelines/manifests/kustomize/env/cert-
manager/cluster-scoped-resources?ref=$KFP_VERSION"
kubectl wait --for condition=established --timeout=60s crd/applications.app.k8s.io
kubectl apply -k "github.com/kubeflow/pipelines/manifests/kustomize/env/cert-
manager/dev?ref=$KFP_VERSION"                     
                 

3. Certifique-se de que o serviço Kubeflow Pipelines e outros recursos relacionados estejam em 
execução.

kubectl -n kubeflow get all | grep pipeline

A saída será semelhante a:
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pod/ml-pipeline-6b88c67994-kdtjv                      1/1     Running            0  
         2d
pod/ml-pipeline-persistenceagent-64d74dfdbf-66stk     1/1     Running            0  
         2d
pod/ml-pipeline-scheduledworkflow-65bdf46db7-5x9qj    1/1     Running            0  
         2d
pod/ml-pipeline-ui-66cc4cffb6-cmsdb                   1/1     Running            0  
         2d
pod/ml-pipeline-viewer-crd-6db65ccc4-wqlzj            1/1     Running            0  
         2d
pod/ml-pipeline-visualizationserver-9c47576f4-bqmx4   1/1     Running            0  
         2d
service/ml-pipeline                       ClusterIP   10.100.170.170   <none>       
  8888/TCP,8887/TCP   2d
service/ml-pipeline-ui                    ClusterIP   10.100.38.71     <none>       
  80/TCP              2d
service/ml-pipeline-visualizationserver   ClusterIP   10.100.61.47     <none>       
  8888/TCP            2d
deployment.apps/ml-pipeline                       1/1     1            1           
 2d
deployment.apps/ml-pipeline-persistenceagent      1/1     1            1           
 2d
deployment.apps/ml-pipeline-scheduledworkflow     1/1     1            1           
 2d
deployment.apps/ml-pipeline-ui                    1/1     1            1           
 2d
deployment.apps/ml-pipeline-viewer-crd            1/1     1            1           
 2d
deployment.apps/ml-pipeline-visualizationserver   1/1     1            1           
 2d
replicaset.apps/ml-pipeline-6b88c67994                      1         1         1   
     2d
replicaset.apps/ml-pipeline-persistenceagent-64d74dfdbf     1         1         1   
     2d
replicaset.apps/ml-pipeline-scheduledworkflow-65bdf46db7    1         1         1   
     2d
replicaset.apps/ml-pipeline-ui-66cc4cffb6                   1         1         1   
     2d
replicaset.apps/ml-pipeline-viewer-crd-6db65ccc4            1         1         1   
     2d
replicaset.apps/ml-pipeline-visualizationserver-9c47576f4   1         1         1   
     2d
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Configure suas permissões de pipeline para acessar SageMaker

Nesta seção, você cria uma função de execução do IAM que concede aos pods do Kubeflow Pipeline 
acesso aos serviços. SageMaker

Configuração para SageMaker componentes versão 2

Para executar o SageMaker Components versão 2 para o Kubeflow Pipelines, você precisa instalar 
o SageMaker Operator for Kubernetes e configurar o Role-Based Access Control (RBAC), permitindo 
que os pods do Kubeflow Pipelines criem recursos personalizados em seu cluster Kubernetes. 
SageMaker

Important

Siga esta seção se você estiver usando a implantação autônoma do Kubeflow pipelines. Se 
você estiver usando a AWS distribuição do Kubeflow versão 1.6.0-aws-b1.0.0 ou superior, a 
versão 2 dos componentes já está configurada. SageMaker

1. Instale o SageMaker Operator for Kubernetes para usar SageMaker componentes versão 2.

Siga a seção Configuração do tutorial Machine Learning with ACK SageMaker Controller.

2. Configure as permissões do RBAC para a função de execução (conta de serviço) usada pelos 
pods do Kubeflow Pipelines. Na implantação autônoma do Kubeflow Pipelines, as execuções 
do pipeline são executadas no namespace kubeflow usando a conta de serviço pipeline-
runner.

a. Crie um RoleBindingque dê permissão à conta de serviço para gerenciar recursos 
SageMaker personalizados.

cat > manage_sagemaker_cr.yaml <<EOF
apiVersion: rbac.authorization.k8s.io/v1
kind: RoleBinding
metadata:
name: manage-sagemaker-cr   
namespace: kubeflow
subjects:
- kind: ServiceAccount
name: pipeline-runner
namespace: kubeflow
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roleRef:
kind: ClusterRole
name: ack-sagemaker-controller  
apiGroup: rbac.authorization.k8s.io
EOF

kubectl apply -f manage_sagemaker_cr.yaml

b. Certifique-se de que o rolebinding foi criado executando:

kubectl get rolebinding manage-sagemaker-cr -n kubeflow -o yaml

Configuração para SageMaker componentes versão 1

Para executar a versão 1 do SageMaker Components para o Kubeflow Pipelines, os pods do 
Kubeflow Pipeline precisam acessar a. SageMaker

Important

Siga esta seção se você estiver usando o Kubeflow completo na AWS implantação ou o 
Kubeflow Pilepines autônomo.

Para criar uma função de execução do IAM que conceda acesso aos pods do pipeline Kubeflow 
SageMaker, siga estas etapas:

1. Exporte o nome do cluster (por exemplo, my-cluster-name) e a região do cluster (por exemplo,
us-east-1).

export CLUSTER_NAME=my-cluster-name
export CLUSTER_REGION=us-east-1

2. Exporte o namespace e o nome da conta de serviço de acordo com sua instalação.

• Para obter o Kubeflow completo na AWS instalação, exporte seu perfil namespace (por 
exemplo, kubeflow-user-example-com) e o editor padrão como a conta de serviço.

export NAMESPACE=kubeflow-user-example-com
export KUBEFLOW_PIPELINE_POD_SERVICE_ACCOUNT=default-editor
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• Para a implantação autônoma do Pipelines, exporte o kubeflow como a namespace e o
pipeline-runner como a conta de serviço.

export NAMESPACE=kubeflow
export KUBEFLOW_PIPELINE_POD_SERVICE_ACCOUNT=pipeline-runner 
               

3. Criar um o provedor IAM OIDC para o cluster do Amazon EKS com o comando a seguir.

eksctl utils associate-iam-oidc-provider --cluster ${CLUSTER_NAME} \ 
            --region ${CLUSTER_REGION} --approve

4. Crie uma função de execução do IAM para que os pods do KFP acessem os AWS serviços 
(SageMaker,). CloudWatch

eksctl create iamserviceaccount \
--name ${KUBEFLOW_PIPELINE_POD_SERVICE_ACCOUNT} \
--namespace ${NAMESPACE} --cluster ${CLUSTER_NAME} \
--region ${CLUSTER_REGION} \
--attach-policy-arn arn:aws:iam::aws:policy/AmazonSageMakerFullAccess \
--attach-policy-arn arn:aws:iam::aws:policy/CloudWatchLogsFullAccess \
--override-existing-serviceaccounts \
--approve

Depois que suas permissões de pipeline estiverem configuradas para acessar a versão 1 SageMaker 
dos componentes, siga o guia de SageMaker componentes para pipelines do Kubeflow na 
documentação do Kubeflow on. AWS

Acesse a interface do usuário do KFP (painel do Kubeflow)

A interface do usuário do Kubeflow Pipelines é usada para gerenciar e monitorar experimentos, 
trabalhos e execuções em seu cluster. Para obter instruções sobre como acessar a interface do 
usuário do Kubeflow Pipelines a partir do nó do gateway, siga as etapas que se aplicam à sua opção 
de implantação nesta seção.

Kubeflow completo na implantação AWS

Siga as instruções no AWSsite do Kubeflow on para se conectar ao painel do Kubeflow e navegar 
até a guia Pipelines.
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Implantação autônoma do Kubeflow Pipelines

Use o encaminhamento de portas para acessar a interface do usuário do Kubeflow Pipelines a partir 
do nó do gateway seguindo essas etapas.

Configurar o encaminhamento de portas para o serviço KFP UI

Execute o comando a seguir na linha de comando do nó do gateway.

1. Verifique que o serviço KFP UI está em execução usando o comando a seguir.

kubectl -n kubeflow get service ml-pipeline-ui

NAME             TYPE        CLUSTER-IP     EXTERNAL-IP   PORT(S)   AGE
ml-pipeline-ui   ClusterIP   10.100.38.71   <none>        80/TCP    2d22h

2. Execute o comando a seguir para configurar o encaminhamento de portas para o serviço de 
interface do KFP. Isso encaminha a interface do usuário do KFP para a porta 8080 no nó do 
gateway e permite que você acesse a interface do KFP a partir do seu navegador.

kubectl port-forward -n kubeflow service/ml-pipeline-ui 8080:80

A porta de encaminhamento da sua máquina remota é interrompida se não houver atividade. 
Execute esse comando novamente se o painel não conseguir obter registros ou atualizações. Se 
os comandos retornarem um erro, verifique se não há nenhum processo em execução na porta 
que você está tentando usar.

Acesse o serviço KFP UI

Seu método de acessar a interface do usuário do KFP depende do tipo de nó do gateway.

• Máquina local como nó do gateway:

1. Acesse o painel em seu navegador da seguinte forma:

http://localhost:8080

2. Escolha Pipelines para acessar a interface do usuário dos pipelines.

• Instância do Amazon EC2 como nó do gateway:
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1. Você precisa configurar um túnel SSH na sua instância do Amazon EC2 para acessar o painel 
do Kubeflow a partir do navegador da sua máquina local.

Em uma nova sessão de terminal em sua máquina local, execute o seguinte. Substitua
<public-DNS-of-gateway-node> pelo endereço IP da sua instância encontrado no 
console do Amazon EC2. Você também pode usar o DNS público. Substitua <path_to_key>
pelo caminho para a chave pem usada para acessar o nó do gateway.

public_DNS_address=<public-DNS-of-gateway-node>
key=<path_to_key>

on Ubuntu:
ssh -i ${key} -L 9000:localhost:8080 ubuntu@${public_DNS_address}

or on Amazon Linux:
ssh -i ${key} -L 9000:localhost:8080 ec2-user@${public_DNS_address}

2. Acesse o painel no seu navegador.

http://localhost:9000

3. Escolha Pipelines para acessar a interface do usuário do KFP.

(Opcional) Conceda às instâncias do SageMaker notebook acesso ao Amazon EKS e execute 
pipelines do KFP a partir do seu notebook.

Uma instância de SageMaker notebook é uma instância computacional totalmente gerenciada do 
Amazon EC2 que executa o aplicativo Jupyter Notebook. Você pode usar uma instância de notebook 
para criar e gerenciar notebooks Jupyter e, em seguida, definir, compilar, implantar e executar seus 
pipelines do KFP usando ou a CLI do KFP AWS SDK for Python (Boto3).

1. Siga as etapas em Criar uma instância de SageMaker notebook para criar sua instância de 
notebook e, em seguida, anexe a S3FullAccess política à função de execução do IAM.

2. Na linha de comando do seu nó do gateway, execute o comando a seguir para recuperar o ARN 
da função IAM da instância do notebook que você criou. Substitua <instance-name> pelo 
nome da sua instância.
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aws sagemaker describe-notebook-instance --notebook-instance-name <instance-name>
 --region <region> --output text --query 'RoleArn'

Esse comando gera o ARN da função do IAM no arn:aws:iam::<account-id>:role/
<role-name> formato. Anote este ARN.

3. Execute esse comando para anexar as seguintes políticas 
(WorkerNodePolicyAmazonEksAmazonSageMakerFullAccess, FullAccess AmazonS3) a essa 
função do IAM. Substitua <role-name> com <role-name> em seu ARN.

aws iam attach-role-policy --role-name <role-name> --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess
aws iam attach-role-policy --role-name <role-name> --policy-arn 
 arn:aws:iam::aws:policy/AmazonEKSWorkerNodePolicy
aws iam attach-role-policy --role-name <role-name> --policy-arn 
 arn:aws:iam::aws:policy/AmazonS3FullAccess

4. Os clusters do Amazon EKS usam funções do IAM para controlar o acesso ao cluster. As 
regras são implementadas em um mapa de configuração chamado aws-auth. eksctl fornece 
comandos para ler e editar o mapa de configuração aws-auth. Somente os usuários que têm 
acesso ao cluster podem editar esse mapa de configuração.

system:mastersé um dos grupos de usuários padrão com permissões de superusuário no 
cluster. Adicione seu usuário a esse grupo ou crie um grupo com permissões mais restritivas.

5. Vincule a função ao seu cluster executando o comando a seguir. Substituir <IAM-Role-arn>
pelo ARN da perfil do IAM. <your_username> pode ser qualquer nome de usuário exclusivo.

eksctl create iamidentitymapping \
--cluster <cluster-name> \
--arn <IAM-Role-arn> \
--group system:masters \
--username <your-username> \
--region <region>

6. Abra um notebook Jupyter na sua SageMaker instância e execute o comando a seguir para 
garantir que ele tenha acesso ao cluster.

aws eks --region <region> update-kubeconfig --name <cluster-name>
kubectl -n kubeflow get all | grep pipeline
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Use SageMaker componentes

Neste tutorial, você executa um pipeline usando SageMaker Components for Kubeflow Pipelines 
para treinar um modelo de classificação usando o Kmeans com o conjunto de dados MNIST ativado. 
SageMaker O fluxo de trabalho usa o Kubeflow Pipelines como orquestrador e SageMaker para 
executar cada etapa do fluxo de trabalho. O exemplo foi retirado de um  SageMaker exemplo
existente e modificado para funcionar com SageMaker Components for Kubeflow Pipelines.

Você pode definir seu pipeline em Python usando o painel do KFPAWS SDK for Python (Boto3), 
a CLI do KFP ou o Boto3 para compilar, implantar e executar seus fluxos de trabalho. O código 
completo do exemplo do pipeline de classificação MNIST está disponível no repositório Kubeflow
Github. Para usá-lo, clone os arquivos Python no nó do gateway.

Você pode encontrar exemplos adicionais do  SageMaker Kubeflow Pipelines em. GitHub Para obter 
informações sobre os componentes usados, consulte o  GitHub repositório KubeFlow Pipelines.

Para executar o exemplo do pipeline de classificação, crie uma função de execução SageMaker 
do IAM concedendo ao seu trabalho de treinamento a permissão para acessar AWS os recursos e 
continue com as etapas que correspondem à sua opção de implantação.

Crie uma função SageMaker de execução

A função kfp-example-sagemaker-execution-role do IAM é uma função de tempo de 
execução assumida por SageMaker trabalhos para acessar AWS recursos. No comando a seguir, 
você cria uma função de execução do IAM chamadakfp-example-sagemaker-execution-
role, anexa duas políticas gerenciadas (AmazonSageMakerFullAccess, AmazonS3FullAccess) e 
cria uma relação de confiança SageMaker para conceder aos SageMaker trabalhos acesso a esses 
recursos. AWS

Você fornece essa função como um parâmetro de entrada ao executar o pipeline.

Execute o comando da a seguir para criar a função. Anote o ID do ARN retornado na saída.

SAGEMAKER_EXECUTION_ROLE_NAME=kfp-example-sagemaker-execution-role

TRUST="{ \"Version\": \"2012-10-17\", \"Statement\": [ { \"Effect\": \"Allow
\", \"Principal\": { \"Service\": \"sagemaker.amazonaws.com\" }, \"Action\": 
 \"sts:AssumeRole\" } ] }"
aws iam create-role --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --assume-role-policy-
document "$TRUST"
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aws iam attach-role-policy --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --policy-arn 
 arn:aws:iam::aws:policy/AmazonSageMakerFullAccess
aws iam attach-role-policy --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --policy-arn 
 arn:aws:iam::aws:policy/AmazonS3FullAccess

aws iam get-role --role-name ${SAGEMAKER_EXECUTION_ROLE_NAME} --output text --query 
 'Role.Arn'

Kubeflow completo na implantação AWS

Siga as instruções do tutorial do SageMaker Training Pipeline para classificação MNIST com K-
Means.

Implantação autônoma do Kubeflow Pipelines

Preparar conjuntos de dados

Para executar os pipelines, você precisa fazer upload do script de pré-processamento da extração de 
dados em um bucket do Amazon S3. Esse bucket e todos os recursos desse exemplo devem estar 
localizados na us-east-1 região. Para obter informações sobre como criar um bucket, consulte
Criar um bucket.

Na mnist-kmeans-sagemaker pasta do repositório Kubeflow que você clonou no nó do gateway, 
execute o comando a seguir para fazer o upload do kmeans_preprocessing.py arquivo no 
bucket do Amazon S3. Altere <bucket-name> para o nome do bucket do Amazon S3.

aws s3 cp mnist-kmeans-sagemaker/kmeans_preprocessing.py s3://<bucket-name>/
mnist_kmeans_example/processing_code/kmeans_preprocessing.py

Compile e implante seu pipeline

Depois de definir o pipeline, você deve compilá-lo em uma representação intermediária antes 
de enviá-lo ao serviço Kubeflow Pipelines em seu cluster. A representação intermediária é uma 
especificação de fluxo de trabalho na forma de um arquivo YAML compactado em um arquivo tar.gz. 
Você precisa do SDK do KFP para compilar seu pipeline.

Instalar o SDK do KFP

Execute o seguinte na linha de comando do seu nó de gateway:

1. Instale o SDK do KFP seguindo as instruções na documentação dos pipelines do Kubeflow.
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2. Verifique se o SDK do KFP está instalado com o seguinte comando:

pip show kfp

3. Verifique se dsl-compile foi instalado corretamente da seguinte forma:

which dsl-compile

Compilar seu pipeline

Você tem três opções para interagir com o Kubeflow Pipelines: KFP UI, KFP CLI ou KFP SDK. As 
seções a seguir ilustram o fluxo de trabalho usando a interface de usuário e a CLI do KFP.

Concluir as etapas a seguir no nó do gateway.

1. Modifique seu arquivo Python com o nome do bucket do Amazon S3 e o ARN da função do IAM.

2. Use o comando dsl-compile da linha de comando para compilar seu pipeline da seguinte 
maneira. Substitua <path-to-python-file> pelo caminho para seu pipeline e <path-to-
output> pelo local em que você deseja que seu arquivo tar.gz esteja.

dsl-compile --py <path-to-python-file> --output <path-to-output>

Carregue e execute o pipeline usando a CLI do KFP

Conclua as etapas a seguir na linha de comando do seu nó do gateway. O KFP organiza as 
execuções do seu pipeline como experimentos. Você tem a opção de especificar o nome do 
experimento. Se você não especificar uma, a execução será listada em Experimento padrão.

1. Faça o upload do seu pipeline da seguinte forma:

kfp pipeline upload --pipeline-name <pipeline-name> <path-to-output-tar.gz>

A saída será semelhante a: Anote o pipeline ID.

Pipeline 29c3ff21-49f5-4dfe-94f6-618c0e2420fe has been submitted

Pipeline Details
------------------
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ID           29c3ff21-49f5-4dfe-94f6-618c0e2420fe
Name         sm-pipeline
Description
Uploaded at  2020-04-30T20:22:39+00:00
...
...

2. Criar uma execução usando o comando a seguir. Atualmente, o comando de execução da 
CLI do KFP não suporta a especificação de parâmetros de entrada ao criar a execução. Você 
precisa atualizar seus parâmetros no arquivo do AWS SDK for Python (Boto3) pipeline antes 
de compilar. Substitua <experiment-name> e <job-name> por qualquer nome. Substitua
<pipeline-id> pelo ID do pipeline enviado. Substitua <your-role-arn> pelo ARN de kfp-
example-pod-role. Substitua <your-bucket-name> pelo nome do bucket do Amazon S3 
que você criou.

kfp run submit --experiment-name <experiment-name> --run-name <job-name> --
pipeline-id <pipeline-id> role_arn="<your-role-arn>" bucket_name="<your-bucket-
name>"

Você também pode enviar diretamente uma execução usando o pacote de pipeline compilado 
criado como saída do comando dsl-compile.

kfp run submit --experiment-name <experiment-name> --run-name <job-name> --package-
file <path-to-output> role_arn="<your-role-arn>" bucket_name="<your-bucket-name>"

A saída será semelhante a:

Creating experiment aws.
Run 95084a2c-f18d-4b77-a9da-eba00bf01e63 is submitted
+--------------------------------------+--------+----------
+---------------------------+
| run id                               | name   | status   | created at             
    |
+======================================+========+==========
+===========================+
| 95084a2c-f18d-4b77-a9da-eba00bf01e63 | sm-job |          | 
 2020-04-30T20:36:41+00:00 |
+--------------------------------------+--------+----------
+---------------------------+

3. Navegue até a interface do usuário para verificar o progresso do trabalho.
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Faça o upload e execute o pipeline usando a interface do usuário do KFP

1. No painel à esquerda, selecione a guia Pipelines.

2. No canto superior direito, escolha +. UploadPipeline

3. Inserir um nome descrição de pipeline.

4. Escolha Fazer upload de um arquivo e insira o caminho para o arquivo tar.gz que você criou 
usando a CLI ou com AWS SDK for Python (Boto3).

5. No painel à esquerda, selecione a guia Pipelines.

6. Encontre o pipeline que você criou.

7. Escolha + CreateRun.

8. Insira seus parâmetros de entrada.

9. Escolha Executar.

Execute previsões

Depois que seu pipeline de classificação for implantado, você poderá executar previsões de 
classificação em relação ao endpoint criado pelo componente Deploy. Use a interface do usuário 
do KFP para verificar os artefatos de saída sagemaker-deploy-model-endpoint_name. Faça 
o download do arquivo.tgz para extrair o nome do endpoint ou verifique o SageMaker console na 
região que você usou.

Configurar permissões para executar previsões

Se você quiser executar previsões a partir do nó do gateway, pule esta seção.

Para usar qualquer outra máquina para executar previsões, atribua a permissão
sagemaker:InvokeEndpoint à função do IAM usada pela máquina cliente.

1. No nó do gateway, execute o seguinte para criar um arquivo de política do IAM:

cat <<EoF > ./sagemaker-invoke.json
{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:InvokeEndpoint" 
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            ], 
            "Resource": "*" 
        } 
    ]
}
EoF

2. Anexe a política ao perfil do IAM do nó do cliente.

Execute o seguinte comando . Substitua <your-instance-IAM-role> pelo nome da função 
do IAM. Substitua <path-to-sagemaker-invoke-json> pelo caminho para o arquivo de 
política que você criou.

aws iam put-role-policy --role-name <your-instance-IAM-role> --policy-name 
 sagemaker-invoke-for-worker --policy-document file://<path-to-sagemaker-invoke-
json>

Execute previsões

1. Criar um arquivo AWS SDK for Python (Boto3) em sua máquina cliente chamado mnist-
predictions.py com o seguinte conteúdo. Substitua a variável ENDPOINT_NAME. O script 
carrega o conjunto de dados MNIST, cria um CSV a partir desses dígitos e, em seguida, envia o 
CSV ao endpoint para previsão e imprime os resultados.

import boto3
import gzip
import io
import json
import numpy
import pickle

ENDPOINT_NAME='<endpoint-name>'
region = boto3.Session().region_name

# S3 bucket where the original mnist data is downloaded and stored
downloaded_data_bucket = f"jumpstart-cache-prod-{region}"
downloaded_data_prefix = "1p-notebooks-datasets/mnist"

# Download the dataset
s3 = boto3.client("s3")
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s3.download_file(downloaded_data_bucket, f"{downloaded_data_prefix}/mnist.pkl.gz", 
 "mnist.pkl.gz")

# Load the dataset
with gzip.open('mnist.pkl.gz', 'rb') as f: 
    train_set, valid_set, test_set = pickle.load(f, encoding='latin1')

# Simple function to create a csv from our numpy array
def np2csv(arr): 
    csv = io.BytesIO() 
    numpy.savetxt(csv, arr, delimiter=',', fmt='%g') 
    return csv.getvalue().decode().rstrip()

runtime = boto3.Session(region).client('sagemaker-runtime')

payload = np2csv(train_set[0][30:31])

response = runtime.invoke_endpoint(EndpointName=ENDPOINT_NAME, 
                                   ContentType='text/csv', 
                                   Body=payload)
result = json.loads(response['Body'].read().decode())
print(result)

2. Executar o arquivo AWS SDK for Python (Boto3) da seguinte maneira:

python mnist-predictions.py

Exibir resultados e registros

Quando o pipeline está em execução, você pode escolher qualquer componente para verificar os 
detalhes da execução, como entradas e saídas. Isso lista os nomes dos recursos criados.

Se a solicitação do KFP for processada com sucesso e um SageMaker trabalho for criado, os 
registros do componente na interface do usuário do KFP fornecerão um link para o trabalho criado 
em. SageMaker Os CloudWatch registros também são fornecidos se o trabalho for criado com 
sucesso.

Se você executar muitos trabalhos de pipeline no mesmo cluster, poderá ver uma mensagem de 
erro indicando que você não tem pods suficientes disponíveis. Para corrigir isso, faça login no nó do 
gateway e exclua os pods criados pelos pipelines que você não está usando:

kubectl get pods -n kubeflow
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kubectl delete pods -n kubeflow <name-of-pipeline-pod>

Limpeza

Quando você terminar seu pipeline, precisará limpar seus recursos.

1. No painel do KFP, encerre as execuções do seu pipeline se elas não saírem corretamente, 
escolhendo Encerrar.

2. Se a opção Terminate não funcionar, faça login no nó do gateway e encerre manualmente todos 
os pods criados pela execução do pipeline da seguinte maneira:

kubectl get pods -n kubeflow
kubectl delete pods -n kubeflow <name-of-pipeline-pod>

3. Usando sua AWS conta, faça login no SageMaker serviço. Interrompa manualmente todos os 
trabalhos de treinamento, transformação em lote e HPO. Exclua modelos, compartimentos de 
dados e endpoints para evitar custos adicionais. O encerramento da execução do pipeline não 
interrompe os trabalhos. SageMaker

SageMaker Empregos em notebooks

Você pode usar SageMaker a Amazon para criar, treinar e implantar de forma interativa modelos 
de aprendizado de máquina a partir do seu notebook Jupyter em qualquer ambiente. JupyterLab 
No entanto, existem vários cenários nos quais você pode querer executar seu notebook como um 
trabalho programado e não interativo. Por exemplo, talvez você queira criar relatórios de auditoria 
regulares que analisem todos os trabalhos de treinamento executados em um determinado período 
de tempo e analisem o valor comercial da implantação desses modelos na produção. Ou talvez você 
queira ampliar um trabalho de Feature Engineering depois de testar a lógica de transformação de 
dados em um pequeno subconjunto de dados. Outros os casos de uso comuns são:

• Programação de trabalhos para monitoramento de oscilação de modelos

• Explorando o espaço de parâmetros para modelos melhores

Nesses cenários, você pode usar SageMaker Notebook Jobs para criar um trabalho 
não interativo (que SageMaker é executado como um trabalho de treinamento 
subjacente) para ser executado sob demanda ou em um cronograma. SageMaker 
O Notebook Jobs fornece uma interface de usuário intuitiva para que você possa 
agendar seus trabalhos diretamente JupyterLab escolhendo o widget Notebook Jobs 
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( ) 
em seu notebook. Você também pode agendar seus trabalhos usando o SageMaker Python SDK, 
que oferece a flexibilidade de programar vários trabalhos de notebook em um fluxo de trabalho de 
pipeline. Você pode executar vários cadernos em paralelo e parametrizar células em seus cadernos 
para personalizar os parâmetros de entrada.

Esse recurso aproveita os serviços Amazon EventBridge, SageMaker Training e SageMaker 
Pipelines e está disponível para uso em seu notebook Jupyter em qualquer um dos seguintes 
ambientes:

• Instâncias Studio, Studio Lab, Studio Classic ou Notebook

• Configuração local, como sua máquina local, onde você executa JupyterLab

Pré-requisitos

Para programar um trabalho no notebook, certifique-se de que os seguintes critérios são atendidos:

• Certifique-se de que seu notebook Jupyter e quaisquer scripts de inicialização ou inicialização 
sejam independentes em relação aos pacotes de código e software. Caso contrário, seu trabalho 
não interativo poderá incorrer em erros.

• Verifique Restrições e considerações se você configurou corretamente o notebook Jupyter, as 
configurações de rede e as configurações do contêiner.

• Garanta que seu notebook possa acessar os recursos externos necessários, como clusters do 
Amazon EMR.

• Se você estiver configurando Notebook Jobs em um notebook Jupyter local, conclua a instalação. 
Para obter instruções, consulte Guia de instalação.

• Se você se conectar a um cluster do Amazon EMR em seu notebook e quiser parametrizar seu 
comando de conexão do Amazon EMR, deverá aplicar uma solução alternativa usando variáveis 
de ambiente para transmitir parâmetros. Para obter detalhes, consulte Conecte-se a um cluster do 
Amazon EMR a partir do seu notebook.

• Se você se conectar a um cluster do Amazon EMR usando a autenticação Kerberos, LDAP 
ou HTTP Basic Auth, deverá usar o AWS Secrets Manager para passar suas credenciais de 
segurança para o comando de conexão do Amazon EMR. Para obter detalhes, consulte Conecte-
se a um cluster do Amazon EMR a partir do seu notebook.

• (opcional) Se você quiser que a interface do usuário pré-carregue um script para ser executado na 
inicialização do notebook, seu administrador deverá instalá-la com uma configuração de ciclo de 
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vida (LCC). Para obter informações sobre como usar um script de LCC, consulte Personalizar uma 
instância do bloco de anotações usando um script de configuração de ciclo de vida.

Guia de instalação

A discussão a seguir inclui instruções detalhadas sobre a instalação adicional que você precisa 
realizar para poder usar o Notebook Jobs em seu JupyterLab ambiente.

Para Amazon SageMaker Studio e Amazon SageMaker Studio Lab

Se o seu notebook estiver no Amazon SageMaker Studio ou no Amazon SageMaker Studio Lab, 
você não precisará realizar instalações adicionais. O SageMaker Notebook Jobs está incorporado 
à plataforma. Para configurar as permissões necessárias para o Studio, consulte Instale políticas e 
permissões para o Studio.

Para notebooks Jupyter locais

Se você quiser usar o SageMaker Notebook Jobs em seu JupyterLab ambiente local, precisará 
realizar uma instalação adicional.

Para instalar o SageMaker Notebook Jobs, conclua as seguintes etapas:

1. Instalar o Python 3. Para obter detalhes, consulte Instalando o Python 3 e os pacotes do Python.

2. Instale JupyterLab a versão 3 ou superior. Para obter detalhes, consulte a documentação 
JupyterLab do SDK.

3. Instale o AWS CLI. Para obter detalhes, consulte Instalar ou atualizar a versão mais recente da 
AWS CLI.

4. Instale dois conjuntos de permissões. O usuário do IAM precisa de permissões para enviar 
trabalhos e SageMaker, uma vez enviado, o próprio trabalho do notebook assume uma função 
do IAM que precisa de permissões para acessar recursos, dependendo das tarefas do trabalho.

a. Se você ainda não criou um usuário do IAM, consulte Criação de um usuário do IAM na sua 
conta da AWS.

b. Se você ainda não criou sua função de trabalho do notebook, consulte Criar uma função 
para delegar permissões a um usuário do IAM.

c. Anexe as permissões e a política de confiança necessárias para vincular ao seu usuário 
e função. Para step-by-step obter instruções e detalhes da permissão, consulteInstale 
políticas e permissões para ambientes Jupyter locais.
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5. Gere AWS credenciais para seu usuário IAM recém-criado e salve-as no arquivo de credenciais 
(~/.aws/credentials) do seu ambiente. JupyterLab Isto pode ser feito com o Comando
aws configure da CLI. Para obter instruções, consulte a seção Definir e visualizar as 
configurações usando comandos em Configuração e configurações do arquivo de credenciais.

6. (opcional) Por padrão, a extensão do agendador usa uma imagem pré-criada do SageMaker 
Docker com o Python 2.0. Qualquer kernel não padrão usado no notebook deve ser instalado 
no contêiner. Se você quiser executar seu notebook em um contêiner ou imagem do Docker, 
precisará criar uma imagem do Amazon Elastic Container Registry (Amazon ECR). Para obter 
informações sobre como enviar uma imagem do Docker para um Amazon ECR, consulte
Enviando uma imagem do Docker.

7. Adicione a JupyterLab extensão para SageMaker Notebook Jobs. Você pode 
adicioná-lo ao seu JupyterLab ambiente com o comando:pip install 
amazon_sagemaker_jupyter_scheduler. Talvez seja necessário reiniciar o servidor 
Jupyter com o comando: sudo systemctl restart jupyter-server.

8. Comece JupyterLab com o comando:jupyter lab.

9. Verifique se o widget Notebook Jobs 
( ) 
aparece na barra de tarefas do notebook Jupyter.

Instale políticas e permissões para o Studio

Antes de programar a primeira execução do notebook, certifique-se de instalar as políticas e 
permissões adequadas. As instruções a seguir mostram como configurar as seguintes permissões:

• Relações de confiança, função de execução de trabalhos

• Permissões adicionais do IAM anexadas à função de execução do trabalho

• (opcional) A política de AWS KMS permissão para usar uma chave KMS personalizada

Important

Se sua conta da AWS pertence a uma organização com políticas de controle de serviço 
(SCP) em vigor, suas permissões em vigor são a interseção lógica entre o que é permitido 
pelos SCPs e o que é permitido pela função do IAM e as políticas do usuário. Por exemplo, 
se o SCP da sua organização especificar que você só pode acessar recursos em us-
east-1 e us-west-1, e suas políticas só permitem que você acesse recursos em us-
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west-1 e us-west-2, em última análise, você só pode acessar recursos em us-west-1. 
Se você quiser exercer todas as permissões permitidas em sua função e nas políticas de 
usuário, os SCPs da sua organização devem conceder o mesmo conjunto de permissões 
que suas próprias políticas de usuário e função do IAM. Para obter detalhes sobre como 
determinar as solicitações permitidas, consulte Determinar se uma solicitação é permitida ou 
negada em uma conta.

Relações de confiança

Para modificar as relações de confiança, conclua as seguintes etapas:

1. Abra o console do IAM.

2. Selecione Funções no painel do lado esquerdo.

3. Encontre a função de execução do trabalho para seu trabalho do notebook e escolha o nome da 
função.

4. Selecione a guia Trust relationships (Relações de confiança).

5. Escolha Editar política de confiança.

6. Copie e cole a política a seguir:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": "sts:AssumeRole" 
        }, 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "events.amazonaws.com" 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}
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7. Escolha Atualizar política.

Permissões do IAM adicionais

Talvez seja necessário incluir permissões adicionais do IAM nas seguintes situações:

• Suas funções de execução no Studio e de notebook são diferentes

• Você precisa acessar os recursos do Amazon S3 por meio de um endpoint da VPC do S3

• Você deseja usar uma chave KMS personalizada para criptografar seus buckets de entrada e 
saída do Amazon S3

A discussão a seguir fornece as políticas necessárias para cada caso.

Permissões necessárias se a execução do Studio e as funções de trabalho do notebook forem 
diferentes

O trecho JSON a seguir é um exemplo de política que você deve adicionar às funções de execução 
do Studio e do notebook se não usar a função de execução do Studio como função de trabalho do 
notebook. Revise e modifique essa política se precisar restringir ainda mais os privilégios.

{ 
   "Version":"2012-10-17", 
   "Statement":[ 
      { 
         "Effect":"Allow", 
         "Action":"iam:PassRole", 
         "Resource":"arn:aws:iam::*:role/*", 
         "Condition":{ 
            "StringLike":{ 
               "iam:PassedToService":[ 
                  "sagemaker.amazonaws.com", 
                  "events.amazonaws.com" 
               ] 
            } 
         } 
      }, 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "events:TagResource", 
            "events:DeleteRule", 
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            "events:PutTargets", 
            "events:DescribeRule", 
            "events:PutRule", 
            "events:RemoveTargets", 
            "events:DisableRule", 
            "events:EnableRule" 
         ], 
         "Resource":"*", 
         "Condition":{ 
            "StringEquals":{ 
               "aws:ResourceTag/sagemaker:is-scheduling-notebook-job":"true" 
            } 
         } 
      }, 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "s3:CreateBucket", 
            "s3:PutBucketVersioning", 
            "s3:PutEncryptionConfiguration" 
         ], 
         "Resource":"arn:aws:s3:::sagemaker-automated-execution-*" 
      }, 
      { 
            "Sid": "S3DriverAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetObject", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemakerheadlessexecution-*" 
            ] 
      }, 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "sagemaker:ListTags" 
         ], 
         "Resource":[ 
            "arn:aws:sagemaker:*:*:user-profile/*", 
            "arn:aws:sagemaker:*:*:space/*", 
            "arn:aws:sagemaker:*:*:training-job/*", 
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            "arn:aws:sagemaker:*:*:pipeline/*" 
         ] 
      }, 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "sagemaker:AddTags" 
         ], 
         "Resource":[ 
            "arn:aws:sagemaker:*:*:training-job/*", 
            "arn:aws:sagemaker:*:*:pipeline/*" 
         ] 
      }, 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "ec2:CreateNetworkInterface", 
            "ec2:CreateNetworkInterfacePermission", 
            "ec2:CreateVpcEndpoint", 
            "ec2:DeleteNetworkInterface", 
            "ec2:DeleteNetworkInterfacePermission", 
            "ec2:DescribeDhcpOptions", 
            "ec2:DescribeNetworkInterfaces", 
            "ec2:DescribeRouteTables", 
            "ec2:DescribeSecurityGroups", 
            "ec2:DescribeSubnets", 
            "ec2:DescribeVpcEndpoints", 
            "ec2:DescribeVpcs", 
            "ecr:BatchCheckLayerAvailability", 
            "ecr:BatchGetImage", 
            "ecr:GetDownloadUrlForLayer", 
            "ecr:GetAuthorizationToken", 
            "s3:ListBucket", 
            "s3:GetBucketLocation", 
            "s3:GetEncryptionConfiguration", 
            "s3:PutObject", 
            "s3:DeleteObject", 
            "s3:GetObject", 
            "sagemaker:DescribeDomain", 
            "sagemaker:DescribeUserProfile", 
            "sagemaker:DescribeSpace", 
            "sagemaker:DescribeStudioLifecycleConfig", 
            "sagemaker:DescribeImageVersion", 
            "sagemaker:DescribeAppImageConfig", 

Trabalhos em Notebook 5135



Amazon SageMaker Guia do Desenvolvedor

            "sagemaker:CreateTrainingJob", 
            "sagemaker:DescribeTrainingJob", 
            "sagemaker:StopTrainingJob", 
            "sagemaker:Search", 
            "sagemaker:CreatePipeline", 
            "sagemaker:DescribePipeline", 
            "sagemaker:DeletePipeline", 
            "sagemaker:StartPipelineExecution" 
         ], 
         "Resource":"*" 
      } 
   ]
}

Permissões necessárias para acessar recursos do Amazon S3 por meio de um endpoint da VPC do 
S3

Se você executar o SageMaker Studio no modo VPC privado e acessar o S3 por meio do VPC 
endpoint do S3, poderá adicionar permissões à política do VPC endpoint para controlar quais 
recursos do S3 são acessíveis por meio do VPC endpoint. Adicione as seguintes permissões à 
sua política de VPC endpoint. Você pode modificar a política se precisar restringir ainda mais as 
permissões — por exemplo, você pode fornecer uma especificação mais restrita para o campo
Principal.

{ 
    "Sid": "S3DriverAccess", 
    "Effect": "Allow", 
    "Principal": "*", 
    "Action": [ 
        "s3:GetBucketLocation", 
        "s3:GetObject", 
        "s3:ListBucket" 
    ], 
    "Resource": "arn:aws:s3:::sagemakerheadlessexecution-*"
}

Para obter detalhes sobre como configurar uma política de endpoint de VPC do S3, consulte Editar a 
política de endpoint de VPC.
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Permissões necessárias para usar uma chave KMS personalizada (opcional)

Por padrão, os buckets de entrada e saída do Amazon S3 são criptografados usando criptografia do 
lado do servidor, mas você pode especificar uma chave KMS personalizada para criptografar seus 
dados no bucket de saída do Amazon S3 e no volume de armazenamento anexado ao trabalho do 
notebook.

Se você quiser usar uma chave KMS personalizada, anexe a política a seguir e forneça seu próprio 
ARN da chave KMS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "kms:Encrypt", 
            "kms:Decrypt", 
            "kms:ReEncrypt*", 
            "kms:GenerateDataKey*", 
            "kms:DescribeKey", 
            "kms:CreateGrant" 
         ], 
         "Resource":"your_KMS_key_ARN" 
      } 
   ]
}

Instale políticas e permissões para ambientes Jupyter locais

Conforme mencionado anteriormente, você instala dois conjuntos de permissões: permissões para o 
usuário do IAM e para a função do IAM que o trabalho do notebook assume. Conforme mostrado no 
diagrama a seguir, o usuário do IAM precisa configurar as permissões do IAM para enviar trabalhos 
para. SageMaker Depois que o usuário envia o trabalho do notebook, o trabalho em si assume uma 
função do IAM que tem permissões para acessar recursos, dependendo das tarefas do trabalho.
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As seções a seguir ajudam você a instalar as políticas e permissões necessárias tanto para o usuário 
do IAM quanto para a função de execução do trabalho.

Permissões de usuário do IAM

Permissões para enviar trabalhos para SageMaker

Para adicionar permissões para enviar trabalhos, conclua as seguintes etapas:

1. Abra o console do IAM.

2. Selecione Usuários no painel do lado esquerdo.

3. Encontre o usuário do IAM para seu trabalho no notebook e escolha o nome do usuário.

4. Escolha Adicionar permissões e depois Criar política em linha no menu suspenso.

5. Selecione a guia JSON.

6. Copie e cole a política a seguir:
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{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EventBridgeSchedule", 
            "Effect": "Allow", 
            "Action": [ 
                "events:TagResource", 
                "events:DeleteRule", 
                "events:PutTargets", 
                "events:DescribeRule", 
                "events:EnableRule", 
                "events:PutRule", 
                "events:RemoveTargets", 
                "events:DisableRule" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:is-scheduling-notebook-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "IAMPassrole", 
            "Effect": "Allow", 
            "Action": "iam:PassRole", 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringLike": { 
                    "iam:PassedToService": [ 
                        "sagemaker.amazonaws.com", 
                        "events.amazonaws.com" 
                    ] 
                } 
            } 
        }, 
        { 
            "Sid": "IAMListRoles", 
            "Effect": "Allow", 
            "Action": "iam:ListRoles", 
            "Resource": "*" 
        }, 
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        { 
            "Sid": "S3ArtifactsAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutEncryptionConfiguration", 
                "s3:CreateBucket", 
                "s3:PutBucketVersioning", 
                "s3:ListBucket", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:GetEncryptionConfiguration", 
                "s3:DeleteObject", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-automated-execution-*" 
            ] 
        }, 
        { 
            "Sid": "S3DriverAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetObject", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemakerheadlessexecution-*" 
            ] 
        }, 
        { 
            "Sid": "SagemakerJobs", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeTrainingJob", 
                "sagemaker:StopTrainingJob", 
                "sagemaker:DescribePipeline", 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:DeletePipeline", 
                "sagemaker:CreatePipeline" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
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                    "aws:ResourceTag/sagemaker:is-scheduling-notebook-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "AllowSearch", 
            "Effect": "Allow", 
            "Action": "sagemaker:Search", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SagemakerTags", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:ListTags", 
                "sagemaker:AddTags" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:pipeline/*", 
                "arn:aws:sagemaker:*:*:space/*", 
                "arn:aws:sagemaker:*:*:training-job/*", 
                "arn:aws:sagemaker:*:*:user-profile/*" 
            ] 
        }, 
        { 
            "Sid": "ECRImage", 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Política de permissão do AWS KMS (opcional)

Por padrão, os buckets de entrada e saída do Amazon S3 são criptografados usando criptografia do 
lado do servidor, mas você pode especificar uma chave KMS personalizada para criptografar seus 
dados no bucket de saída do Amazon S3 e no volume de armazenamento anexado ao trabalho do 
notebook.
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Se você quiser usar uma chave KMS personalizada, repita as instruções anteriores, anexando a 
política a seguir e forneça seu próprio ARN da chave KMS.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
      { 
         "Effect":"Allow", 
         "Action":[ 
            "kms:Encrypt", 
            "kms:Decrypt", 
            "kms:ReEncrypt*", 
            "kms:GenerateDataKey*", 
            "kms:DescribeKey", 
            "kms:CreateGrant" 
         ], 
         "Resource":"your_KMS_key_ARN" 
      } 
   ]
}

Permissões da função de execução de trabalhos

Relações de confiança

Para modificar as relações de confiança da função de execução do trabalho, conclua as seguintes 
etapas:

1. Abra o console do IAM.

2. Selecione Funções no painel do lado esquerdo.

3. Encontre a função de execução do trabalho para seu trabalho do notebook e escolha o nome da 
função.

4. Selecione a guia Trust relationships (Relações de confiança).

5. Escolha Editar política de confiança.

6. Copie e cole a política a seguir:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
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            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                    "sagemaker.amazonaws.com", 
                    "events.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

Permissões adicionais

Depois de enviado, o trabalho do notebook precisa de permissões para acessar os recursos. As 
instruções a seguir mostram como adicionar um conjunto mínimo de permissões. Se necessário, 
adicione mais permissões com base nas necessidades de trabalho do seu notebook. Para adicionar 
permissões à sua função de execução de trabalho, conclua as etapas a seguir:

1. Abra o console do IAM.

2. Selecione Funções no painel do lado esquerdo.

3. Encontre a função de execução do trabalho para seu trabalho do notebook e escolha o nome da 
função.

4. Escolha Adicionar permissões e depois Criar política em linha no menu suspenso.

5. Selecione a guia JSON.

6. Copie e cole a política a seguir:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "PassroleForJobCreation", 
            "Effect": "Allow", 
            "Action": "iam:PassRole", 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringLike": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 

Trabalhos em Notebook 5143

https://console.aws.amazon.com/iam/


Amazon SageMaker Guia do Desenvolvedor

            } 
        }, 
        { 
            "Sid": "S3ForStoringArtifacts", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucket", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": "arn:aws:s3:::sagemaker-automated-execution-*" 
        }, 
        { 
            "Sid": "S3DriverAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:GetObject", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemakerheadlessexecution-*" 
            ] 
        }, 
        { 
            "Sid": "SagemakerJobs", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:StartPipelineExecution", 
                "sagemaker:CreateTrainingJob" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "ECRImage", 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability" 
            ], 
            "Resource": "*" 
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        } 
    ]
}

7. Adicione permissões a outros recursos que seu trabalho do notebook acessa.

8. Escolha Revisar política.

9. Insira um nome para sua política.

10. Escolha Criar política.

Crie um trabalho de notebook

Se você quiser criar um trabalho de notebook, você tem várias opções. Você pode criar um 
trabalho em seu JupyterLab notebook na interface do usuário do Studio ou criar um trabalho 
programaticamente com o SDK do Python SageMaker .

Se você criar sua tarefa do notebook na interface do usuário do Studio, fornecerá detalhes sobre a 
imagem e o kernel, as configurações de segurança e quaisquer variáveis ou scripts personalizados, 
e sua tarefa será agendada. Para obter detalhes sobre como agendar seu trabalho usando o 
SageMaker Notebook Jobs, consulteCrie uma tarefa de notebook no Studio.

Para criar um trabalho de notebook com o SDK do SageMaker Python, você cria um pipeline 
com uma etapa do Notebook Job e inicia uma execução sob demanda ou, opcionalmente, usa o 
recurso de agendamento de pipeline para agendar execuções futuras. O SageMaker SDK oferece 
a flexibilidade de personalizar seu pipeline — você pode expandir seu pipeline para um fluxo de 
trabalho com várias etapas de trabalho do notebook. Como você cria uma etapa do SageMaker 
Notebook Job e um pipeline, você pode acompanhar o status de execução do pipeline no painel de 
trabalhos do SageMaker Notebook Jobs e também visualizar o gráfico do pipeline no Studio. Para 
obter detalhes sobre como agendar seu trabalho com o SDK do SageMaker Python e links para 
exemplos de notebooks, consulte. Crie um trabalho de notebook com o SageMaker Python SDK

Crie um trabalho de notebook com o SageMaker Python SDK

Para executar um notebook independente usando o SDK do SageMaker Python, você precisa criar 
uma etapa do Notebook Job, anexá-la a um pipeline e usar os utilitários fornecidos SageMaker 
pelo Pipelines para executar seu trabalho sob demanda ou, opcionalmente, agendar um ou mais 
trabalhos futuros.

As seções a seguir descrevem as etapas básicas para criar um trabalho de notebook sob demanda 
ou programado e monitorar a execução. Além disso, consulte a discussão a seguir se precisar 
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passar parâmetros para sua tarefa de notebook ou conectar-se ao Amazon EMR em seu notebook 
— nesses casos, é necessária uma preparação adicional do seu notebook Jupyter. Você também 
pode aplicar padrões para um subconjunto dos argumentos de, NotebookJobStep para não 
precisar especificá-los toda vez que criar uma etapa do Notebook Job.

Para ver exemplos de cadernos que demonstram como agendar trabalhos em notebooks com o 
SageMaker Python SDK, consulte exemplos de cadernos de tarefas em notebooks.

Tópicos

• Etapas para criar um trabalho no notebook

• Visualize suas tarefas de notebook no painel da interface do usuário do Studio

• Visualize seu gráfico de funil no Studio

• Passando parâmetros para seu notebook

• Conectando-se a um cluster do Amazon EMR em seu notebook de entrada

• Configurar opções padrão

Etapas para criar um trabalho no notebook

Você pode criar um trabalho de notebook que seja executado imediatamente ou de acordo com um 
cronograma. As instruções a seguir descrevem os dois métodos.

Para agendar um trabalho no notebook, conclua as seguintes etapas básicas:

1. Crie uma instância de NotebookJobStep. Para obter detalhes sobre os NotebookJobStep
parâmetros, consulte sagemaker.workflow.steps. NotebookJobStep. No mínimo, você pode 
fornecer os seguintes argumentos, conforme mostrado no seguinte trecho de código:

Important

Se você agendar o trabalho do notebook usando o SDK do SageMaker Python, só 
poderá especificar determinadas imagens para executar o trabalho do notebook. Para 
ter mais informações, consulte Restrições de imagem para trabalhos de notebook do 
SageMaker Python SDK.

notebook_job_step = NotebookJobStep( 
    input_notebook=input-notebook, 
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    image_uri=image-uri, 
    kernel_name=kernel-name
)

2. Crie um pipeline com o seu NotebookJobStep como uma única etapa, conforme mostrado no 
trecho a seguir:

pipeline = Pipeline( 
    name=pipeline-name, 
    steps=[notebook_job_step], 
    sagemaker_session=sagemaker-session,
)

3. Execute o pipeline sob demanda ou, opcionalmente, agende futuras execuções do pipeline. 
Para iniciar uma execução imediata, use o seguinte comando:

execution = pipeline.start( 
    parameters={...}
)

Opcionalmente, você pode programar uma única execução futura do pipeline ou 
várias execuções em um intervalo predeterminado. Você especifica sua programação
PipelineSchedule e, em seguida, passa o objeto de programação para seu funil 
comput_triggers. Para obter mais informações sobre o agendamento de pipeline, 
consulteAgende um pipeline com o SDK do SageMaker Python.

O exemplo a seguir agenda seu pipeline para ser executado uma vez em 12 de dezembro de 
2023 às 10:31:32 UTC.

my_schedule = PipelineSchedule(   
    name="my-schedule“,   
    at=datetime(year=2023, month=12, date=25, hour=10, minute=31, second=32)  
)   
pipeline.put_triggers(triggers=[my_schedule])

O exemplo a seguir agenda seu pipeline para ser executado às 10h15 UTC na última sexta-
feira de cada mês durante os anos de 2022 a 2023. Para obter detalhes sobre o agendamento 
baseado em cron, consulte Programações com base em cron.

my_schedule = PipelineSchedule(   
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    name="my-schedule“,   
    cron="15 10 ? * 6L 2022-2023"
)   
pipeline.put_triggers(triggers=[my_schedule])

4. (Opcional) Visualize suas tarefas do notebook no painel de tarefas do SageMaker notebook. Os 
valores que você fornece para o tags argumento da etapa do Notebook Job controlam como 
a interface do Studio captura e exibe o trabalho. Para ter mais informações, consulte Visualize 
suas tarefas de notebook no painel da interface do usuário do Studio.

Visualize suas tarefas de notebook no painel da interface do usuário do Studio

Os trabalhos do notebook que você cria como etapas do pipeline aparecem no painel do Studio 
Notebook Job se você especificar determinadas tags.

Note

Somente trabalhos de notebook criados no Studio ou em JupyterLab ambientes locais 
criam definições de trabalhos. Portanto, se você criar seu trabalho no notebook com o SDK 
do SageMaker Python, não verá as definições do trabalho no painel Notebook Jobs. No 
entanto, você pode visualizar seus trabalhos do notebook conforme descrito emVisualizar os 
trabalhos do notebook.

Você pode controlar quais membros da equipe podem visualizar seus trabalhos do notebook com as 
seguintes tags:

• Para exibir o notebook em todos os perfis de usuário ou espaços em um domínio, adicione a tag 
de domínio com seu nome de domínio. Um exemplo é mostrado conforme a seguir:

• chave:sagemaker:domain-name, valor: d-abcdefghij5k

• Para exibir a tarefa do notebook em um determinado perfil de usuário em um domínio, adicione 
o perfil do usuário e as tags de domínio. Um exemplo de tag de perfil de usuário é mostrado a 
seguir:

• chave:sagemaker:user-profile-name, valor: studio-user

• Para exibir o trabalho do notebook em um espaço, adicione as tags de espaço e de domínio. Um 
exemplo de etiqueta de espaço é mostrado a seguir:

• chave:sagemaker:shared-space-name, valor: my-space-name
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• Se você não anexar nenhum domínio, perfil de usuário ou tags de espaço, a interface do usuário 
do Studio não mostrará o trabalho do notebook criado pela etapa do pipeline. Nesse caso, você 
pode visualizar o trabalho de treinamento subjacente no console do trabalho de treinamento ou 
pode ver o status na lista de execuções do pipeline.

Depois de configurar as tags necessárias para visualizar seus trabalhos no painel, consulte
Visualizar os trabalhos do notebook para obter instruções sobre como visualizar seus trabalhos e 
baixar os resultados.

Visualize seu gráfico de funil no Studio

Como a etapa de trabalho do notebook faz parte de um pipeline, você pode visualizar o gráfico 
do pipeline (DAG) no Studio. No gráfico do pipeline, você pode visualizar o status da execução do 
pipeline e rastrear a linhagem. Para obter detalhes, consulte Visualizar a execução de um pipeline.

Passando parâmetros para seu notebook

Se você quiser passar parâmetros para o trabalho do seu notebook (usando o parameters
argumento deNotebookJobStep), você precisa preparar seu notebook de entrada para receber os 
parâmetros.

O executor de tarefas do notebook baseado em Papermill procura uma célula Jupyter marcada com 
a parameters tag e aplica os novos parâmetros ou substituições de parâmetros imediatamente 
após essa célula. Para obter detalhes, consulte Parametrize seu caderno.

Depois de executar essa etapa, passe seus parâmetros para o seuNotebookJobStep, conforme 
mostrado no exemplo a seguir:

notebook_job_parameters = { 
    "company": "Amazon"
}

notebook_job_step = NotebookJobStep( 
    image_uri=image-uri, 
    kernel_name=kernel-name, 
    role=role-name, 
    input_notebook=input-notebook, 
    parameters=notebook_job_parameters, 
    ...
)
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Conectando-se a um cluster do Amazon EMR em seu notebook de entrada

Se você se conectar a um cluster do Amazon EMR a partir do seu notebook Jupyter no Studio, 
talvez seja necessário modificar ainda mais seu notebook Jupyter. Veja Conecte-se a um cluster do 
Amazon EMR a partir do seu notebook se você precisa realizar alguma das seguintes tarefas em seu 
notebook:

• Passe parâmetros para o comando de conexão do Amazon EMR. O Studio usa o Papermill para 
executar notebooks. Nos SparkMagic kernels, os parâmetros que você passa para o comando 
de conexão do Amazon EMR podem não funcionar conforme o esperado devido à forma como o 
Papermill passa as informações. SparkMagic

• Transmissão de credenciais de usuário para clusters do Amazon EMR autenticados por Kerberos, 
LDAP ou HTTP Basic Auth. Você precisa passar as credenciais do usuário por meio doAWS 
Secrets Manager.

Configurar opções padrão

O SageMaker SDK oferece a opção de definir padrões para um subconjunto de parâmetros 
para que você não precise especificar esses parâmetros toda vez que criar uma 
instância. NotebookJobStep Esses parâmetros são roles3_root_uri,s3_kms_key,
volume_kms_keysubnets,, security_group_ids e. Use o arquivo de SageMaker configuração 
para definir os padrões para a etapa. Para obter informações sobre o arquivo SageMaker de 
configuração, consulte Como configurar e usar padrões com o SDK do Python SageMaker . .

Para configurar os padrões do trabalho do notebook, aplique seus novos padrões à seção do 
trabalho do notebook do arquivo de configuração, conforme mostrado no trecho a seguir:

SageMaker: 
  PythonSDK: 
    Modules: 
      NotebookJob: 
        RoleArn: 'arn:aws:iam::555555555555:role/IMRole' 
        S3RootUri: 's3://my-bucket/my-project' 
        S3KmsKeyId: 's3kmskeyid' 
        VolumeKmsKeyId: 'volumekmskeyid1' 
        VpcConfig: 
          SecurityGroupIds: 
            - 'sg123' 
          Subnets: 
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            - 'subnet-1234'

Crie uma tarefa de notebook no Studio

Note

O agendador de notebooks é criado a partir dos serviços Amazon EventBridge, SageMaker 
Training e SageMaker Pipelines. Se os trabalhos do seu notebook falharem, você poderá ver 
erros relacionados a esses serviços.

SageMaker O Notebook Jobs fornece as ferramentas para criar e gerenciar seus trabalhos de 
notebook não interativos usando o widget Notebook Jobs. Você pode criar trabalhos, visualizar 
os trabalhos que você criou e pausar, parar ou retomar trabalhos existentes. Você também pode 
modificar as programações do notebook.

Quando você cria seu trabalho agendado no notebook com o widget, o agendador tenta inferir uma 
seleção de opções padrão e preenche automaticamente o formulário para ajudar você a começar 
rapidamente. Se você estiver usando o Studio, no mínimo poderá enviar um trabalho sob demanda 
sem definir nenhuma opção. Você também pode enviar uma definição de trabalho de notebook 
(programada) fornecendo apenas as informações de programação específicas do horário. No 
entanto, você pode personalizar outros campos se seu trabalho programado exigir configurações 
especializadas. Se você estiver executando um notebook Jupyter local, a extensão do agendador 
fornece um recurso para você especificar seus próprios padrões (para um subconjunto de opções) 
para que você não precise inserir manualmente os mesmos valores todas as vezes.

Para executar o notebook em uma programação fixa, conclua as seguintes etapas:

1. Abra o formulário Criar trabalho.

Em JupyterLab ambientes locais, escolha o ícone Criar um trabalho no notebook
( ) 
na barra de tarefas. Se você não vir o ícone, siga as instruções para instalar em Guia de 
instalação.

No Studio, abra o formulário de duas formas:

• Usando o Navegador de Arquivos
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1. No Navegador de arquivos no painel esquerdo, clique com o botão direito do mouse no 
notebook que você deseja executar como um trabalho programado.

2. Selecione Criar trabalho de caderno.

• Com o caderno do Studio

• Dentro do notebook do Studio que você deseja executar como um 
trabalho programado, escolha o ícone Criar um trabalho do notebook
( ) 
na barra de ferramentas do Studio.

2. Preencha o formulário popup. O formulário exibe os seguintes campos:

• Nome do trabalho: um nome descritivo que você especifica para seu trabalho.

• Arquivo de entrada: o nome do notebook que você está programando para ser executado no 
modo não interativo.

• Tipo de computação: o tipo de instância do Amazon EC2 na qual você deseja executar seu 
notebook.

• Parâmetros: parâmetros personalizados que você pode especificar opcionalmente como 
entradas para seu notebook. Para usar esse recurso, você pode, opcionalmente, marcar uma 
célula específica em seu notebook Jupyter com a parameters tag para controlar onde seus 
parâmetros são aplicados. Para obter mais detalhes, consulte Parametrize seu caderno.

• Opções adicionais: você pode especificar personalizações adicionais para seu trabalho. Por 
exemplo, você pode especificar uma imagem ou kernel, pastas de entrada e saída, opções 
de repetição e tempo limite de trabalho, detalhes de criptografia e scripts de inicialização 
personalizados. Para ver a lista completa das personalizações que você pode aplicar, consulte
Opções disponíveis.

3. Programe seu trabalho. Você pode executar seu notebook sob demanda ou em uma programação 
fixa.

• Para executar o caderno sob demanda, conclua as etapas a seguir:

• Selecione Executar agora.

• Escolha Criar.

• A guia Notebook Jobs é exibida. Escolha Recarregar para carregar seu trabalho no painel.

• Para executar o caderno em uma programação fixa, conclua as seguintes etapas:

• Escolha Executar de acordo com uma programação.
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• Escolha a lista suspensa Intervalo e selecione um intervalo. Os intervalos variam de cada 
minuto a mensalmente. Também é possível selecionar Programação personalizada.

• Com base no intervalo escolhido, campos adicionais aparecem para ajudá-lo a especificar 
melhor o dia e a hora de execução desejados. Por exemplo, se você selecionar Dia para uma 
corrida diária, um campo adicional será exibido para você especificar o horário desejado. 
Observe que qualquer momento especificado está no formato UTC. Observe também que, 
se você escolher um intervalo pequeno, como um minuto, seus trabalhos se sobreporão se o 
trabalho anterior não for concluído quando o próximo trabalho for iniciado.

Se você selecionar uma programação personalizada, use a sintaxe cron na caixa de 
expressão para especificar a data e a hora exatas da execução. A sintaxe cron é uma lista de 
dígitos separados por espaços, cada um representando uma unidade de tempo de segundos 
a anos. Para obter ajuda com a sintaxe cron, você pode escolher Obter ajuda com a sintaxe 
cron na caixa de expressão.

• Escolha Criar.

• A guia Definições de trabalho do notebook é exibida. Escolha Recarregar para carregar sua 
definição de trabalho no painel.

Configurar opções padrão para notebooks locais

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Se você precisar digitar (ou colar) manualmente valores personalizados no formulário Criar um 
trabalho, poderá armazenar novos valores padrão e a extensão do agendador inserirá seus novos 
valores sempre que você criar uma nova definição de trabalho. Este recurso está disponível nas 
seguintes opções:

• ARN de função

• Pasta de entrada S3

• Pasta de saída do S3
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• Chave KMS de criptografia de saída (se você ativar o Configure Job Encryption)

• Chave KMS de criptografia de volume da instância de trabalho (se você ativar Configure Job 
Encryption)

Esse recurso economiza tempo se você inserir valores diferentes dos padrões fornecidos e continuar 
a usar esses valores para futuras execuções de trabalhos. As configurações de usuário escolhidas 
são armazenadas na máquina que executa seu JupyterLab servidor e são recuperadas com a ajuda 
da API nativa. Se você fornecer novos valores padrão para uma ou mais opções, mas não para 
todas as cinco opções, os padrões anteriores serão usados para aquelas que você não personalizou.

As instruções a seguir mostram como visualizar os valores padrão existentes, definir novos valores 
padrão e redefinir os valores padrão para as tarefas do notebook.

Para visualizar os valores padrão existentes para suas tarefas de notebook, conclua as seguintes 
etapas:

1. Abra o console do Amazon SageMaker Studio Classic seguindo as instruções emInicie o 
Amazon SageMaker Studio Classic.

2. No Navegador de arquivos no painel esquerdo, clique com o botão direito do mouse no 
notebook que você deseja executar como um trabalho programado.

3. Selecione Criar trabalho de caderno.

4. Escolha Opções adicionais para expandir a guia das configurações de trabalho do notebook. 
Você pode ver as configurações padrão aqui.

Para definir novos valores padrão para seus futuros trabalhos de notebook, conclua as seguintes 
etapas:

1. Abra o console do Amazon SageMaker Studio Classic seguindo as instruções emInicie o 
Amazon SageMaker Studio Classic.

2. No menu superior do Studio Classic, escolha Configurações e, em seguida, escolha Editor de 
configurações avançadas.

3. Escolha Amazon SageMaker Scheduler na lista abaixo de Configurações. Isso pode já estar 
aberto por padrão.

4. Você pode atualizar as configurações padrão diretamente nesta página da interface do usuário 
ou usando o editor JSON.
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• Na interface do usuário, você pode inserir novos valores para ARN da função, pasta de
entrada do S3, pasta de saída do S3, chave KMS de criptografia de saída ou chave KMS de 
criptografia de volume da instância de trabalho. Se você alterar esses valores, verá os novos 
padrões para esses campos ao criar seu próximo trabalho no notebook em Opções adicionais.

• (Opcional) Para atualizar os padrões do usuário usando o Editor de configurações JSON, 
conclua as seguintes etapas:

1. No canto superior direito, escolha Editor de configurações JSON.

2. Na barra lateral esquerda de Configurações, escolha Amazon SageMaker Scheduler. Isso 
pode já estar aberto por padrão.

Você pode ver seus valores padrão atuais no painel Preferências do usuário.

Você pode ver os valores padrão do sistema no painel Padrões do sistema.

3. Para atualizar seus valores padrão, copie e cole o trecho JSON do painel Padrões do 
sistema no painel Preferências do usuário e atualize os campos.

4. Se você atualizou os valores padrão, escolha o ícone Salvar configurações do usuário

( ) 
no canto superior direito. Fechar o editor não salva as alterações.

Se você alterou anteriormente e agora deseja redefinir os valores padrão definidos pelo usuário, 
conclua as seguintes etapas:

1. No menu superior do Studio Classic, escolha Configurações e, em seguida, escolha Editor de 
configurações avançadas.

2. Escolha Amazon SageMaker Scheduler na lista abaixo de Configurações. Isso pode já estar 
aberto por padrão.

3. Você pode restaurar os padrões usando diretamente essa página de interface do usuário ou 
usando o editor JSON.

• Na interface do usuário, você pode escolher Restaurar para padrões no canto superior direito. 
Seus padrões são restaurados para strings vazias. Você só verá essa opção se tiver alterado 
anteriormente seus valores padrão.

• (Opcional) Para reiniciar as configurações padrão usando o Editor de configurações JSON, 
conclua as seguintes etapas:
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1. No canto superior direito, escolha Editor de configurações JSON.

2. Na barra lateral esquerda de Configurações, escolha Amazon SageMaker Scheduler. Isso 
pode já estar aberto por padrão.

Você pode ver seus valores padrão atuais no painel Preferências do usuário.

Você pode ver os valores padrão do sistema no painel Padrões do sistema.

3. Para restaurar as configurações padrão atuais, copie o conteúdo do painel Padrões do 
sistema para o painel Preferências do usuário.

4. Escolha o ícone Salvar configurações do usuário

( ) 
no canto superior direito. Fechar o editor não salva as alterações.

Crie um fluxo de trabalho de trabalhos em notebooks

Como uma tarefa do notebook executa seu código personalizado, você pode criar um pipeline 
que inclua uma ou mais etapas da tarefa do notebook. Os fluxos de trabalho de ML geralmente 
contêm várias etapas, como uma etapa de processamento para pré-processar dados, uma etapa de 
treinamento para criar seu modelo e uma etapa de avaliação do modelo, entre outras. Um possível 
uso das tarefas do notebook é lidar com o pré-processamento — você pode ter um notebook que 
realiza a transformação ou ingestão de dados, uma etapa do EMR que executa a limpeza dos dados 
e outro trabalho do notebook que executa a caracterização de suas entradas antes de iniciar uma 
etapa de treinamento. Um trabalho no notebook pode exigir informações das etapas anteriores do 
pipeline ou da personalização especificada pelo usuário como parâmetros no notebook de entrada. 
Para obter exemplos que mostram como passar variáveis e parâmetros de ambiente para seu 
notebook e recuperar informações de etapas anteriores, consultePasse informações de e para o seu 
notebook, etapa.

Em outro caso de uso, uma das tarefas do notebook pode chamar outro notebook para realizar 
algumas tarefas durante a execução do notebook — nesse cenário, você precisa especificar 
esses notebooks de origem como dependências com a etapa de trabalho do notebook. Para obter 
informações sobre como chamar outro notebook, consulteInvoque outro caderno em seu trabalho de 
notebook.

Para ver exemplos de cadernos que demonstram como agendar trabalhos em notebooks com o 
SageMaker Python SDK, consulte exemplos de cadernos de tarefas em notebooks.

Trabalhos em Notebook 5156

https://github.com/aws/amazon-sagemaker-examples/tree/main/sagemaker-pipelines/notebook-job-step


Amazon SageMaker Guia do Desenvolvedor

Passe informações de e para o seu notebook, etapa

As seções a seguir descrevem maneiras de passar informações para seu notebook como variáveis e 
parâmetros de ambiente.

Passe variáveis de ambiente

Passe variáveis de ambiente como um dicionário para o environment_variable argumento do 
seuNotebookJobStep, conforme mostrado no exemplo a seguir:

environment_variables = {"RATE": 0.0001, "BATCH_SIZE": 1000}

notebook_job_step = NotebookJobStep( 
    ... 
    environment_variables=environment_variables, 
    ...
)

Você pode usar as variáveis de ambiente no notebook usandoos.getenv(), conforme mostrado no 
exemplo a seguir:

# inside your notebook
import os
print(f"ParentNotebook: env_key={os.getenv('env_key')}")

Parâmetros de passagem

Ao passar parâmetros para a primeira etapa do Notebook Job em sua NotebookJobStep instância, 
você pode, opcionalmente, marcar uma célula em seu notebook Jupyter para indicar onde aplicar 
novos parâmetros ou substituições de parâmetros. Para obter instruções sobre como marcar uma 
célula em seu notebook Jupyter, consulte. Parametrize seu caderno

Você passa os parâmetros pelo parameters parâmetro da etapa do Notebook Job, conforme 
mostrado no seguinte trecho:

notebook_job_parameters = { 
    "company": "Amazon",
}

notebook_job_step = NotebookJobStep( 
    ... 
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    parameters=notebook_job_parameters, 
    ...
)

Dentro do seu caderno de entrada, seus parâmetros são aplicados após a célula marcada com
parameters ou no início do caderno, se você não tiver uma célula marcada.

# this cell is in your input notebook and is tagged with 'parameters'
# your parameters and parameter overrides are applied after this cell
company='default'

# in this cell, your parameters are applied
# prints "company is Amazon"
print(f'company is {company}')

Recuperar informações de uma etapa anterior

A discussão a seguir explica como você pode extrair dados de uma etapa anterior para passar para a 
etapa Notebook Job.

Usar properties atributo

Você pode usar as seguintes propriedades com o properties atributo da etapa anterior:

• ComputingJobName—O nome do trabalho de treinamento

• ComputingJobStatus—O status do trabalho de treinamento

• NotebookJobInputLocation—A localização de entrada do Amazon S3

• NotebookJobOutputLocationPrefix—O caminho para os resultados do seu trabalho de 
treinamento, mais especificamente{NotebookJobOutputLocationPrefix}/{training-
job-name}/output/output.tar.gz. contendo resultados

• InputNotebookName—O nome do arquivo do notebook de entrada

• OutputNotebookName— O nome do arquivo do notebook de saída (que pode não existir na 
pasta de saída do trabalho de treinamento se o trabalho falhar)

O trecho de código a seguir mostra como extrair parâmetros do atributo properties.

notebook_job_step2 = NotebookJobStep( 
    .... 
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    parameters={ 
        "step1_JobName": notebook_job_step1.properties.ComputingJobName, 
        "step1_JobStatus": notebook_job_step1.properties.ComputingJobStatus, 
        "step1_NotebookJobInput": 
 notebook_job_step1.properties.NotebookJobInputLocation, 
        "step1_NotebookJobOutput": 
 notebook_job_step1.properties.NotebookJobOutputLocationPrefix, 
    }

Use JsonGet

Se você quiser passar parâmetros diferentes dos mencionados anteriormente e as saídas JSON da 
etapa anterior residirem no Amazon S3, use. JsonGet JsonGeté um mecanismo geral que pode 
extrair dados diretamente de arquivos JSON no Amazon S3.

Para extrair arquivos JSON no Amazon S3 JsonGet com, conclua as seguintes etapas:

1. Faça upload do seu arquivo JSON para o Amazon S3. Se seus dados já tiverem sido enviados 
para o Amazon S3, pule esta etapa. O exemplo a seguir demonstra o upload de um arquivo 
JSON para o Amazon S3.

import json
from sagemaker.s3 import S3Uploader

output = { 
    "key1": "value1",  
    "key2": [0,5,10]
} 
             
json_output = json.dumps(output)

with open("notebook_job_params.json", "w") as file: 
    file.write(json_output)

S3Uploader.upload( 
    local_path="notebook_job_params.json", 
    desired_s3_uri="s3://path/to/bucket"
)

2. Forneça seu URI do S3 e o caminho JSON para o valor que você deseja extrair. No exemplo 
a seguir, JsonGet retorna um objeto representando o índice 2 do valor associado a key key2
(10).
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NotebookJobStep( 
    .... 
    parameters={ 
        # the key job_key1 returns an object representing the value 10 
        "job_key1": JsonGet( 
            s3_uri=Join(on="/", values=["s3:/", ..]), 
            json_path="key2[2]" # value to reference in that json file 
        ),  
        "job_key2": "Amazon"  
    }
)

Invoque outro caderno em seu trabalho de notebook

A discussão a seguir configura um exemplo de um pipeline com uma etapa Notebook Job na qual o 
notebook chama outros dois notebooks. O caderno de entrada contém as seguintes linhas:

%run 'subfolder/notebook_to_call_in_subfolder.ipynb'
%run 'notebook_to_call.ipynb'

Passe esses cadernos para suas NotebookJobStep instâncias comadditional_dependencies, 
conforme mostrado no trecho a seguir. Observe que os caminhos fornecidos para os notebooks 
em additional_dependencies são fornecidos a partir do local raiz. Para obter informações 
sobre como SageMaker carrega seus arquivos e pastas dependentes no Amazon S3 para que 
você possa fornecer corretamente os caminhos para suas dependências, consulte a descrição em.
additional_dependencies NotebookJobStep

input_notebook = "inputs/input_notebook.ipynb"
simple_notebook_path = "inputs/notebook_to_call.ipynb"
folder_with_sub_notebook = "inputs/subfolder"

notebook_job_step = NotebookJobStep( 
    image_uri=image-uri, 
    kernel_name=kernel-name, 
    role=role-name, 
    input_notebook=input_notebook, 
    additional_dependencies=[simple_notebook_path, folder_with_sub_notebook], 
    tags=tags,
)
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Opções disponíveis

A tabela a seguir mostra todas as opções disponíveis que você pode usar para personalizar seu 
trabalho no notebook, independentemente de você executar o Notebook Job no Studio, em um 
ambiente Jupyter local ou usando o SDK do Python SageMaker . A tabela inclui o tipo de opção 
personalizada, uma descrição, diretrizes adicionais sobre como usar a opção, um nome de campo 
para a opção no Studio (se disponível) e o nome do parâmetro para a etapa de trabalho do notebook 
no SDK do SageMaker Python (se disponível).

Para algumas opções, você também pode predefinir valores padrão personalizados para não 
precisar especificá-los toda vez que configurar um trabalho no notebook. Para o Studio, essas 
opções são Função, Pasta de entrada, Pasta de saída e ID da chave KMS e são especificadas na 
tabela a seguir. Se você predefinir padrões personalizados para essas opções, esses campos serão 
pré-preenchidos no formulário Create Job quando você criar seu trabalho no notebook. Para obter 
detalhes sobre como criar padrões personalizados no Studio e nos ambientes locais do Jupyter, 
consulte. Configurar opções padrão para notebooks locais

O SageMaker SDK também oferece a opção de definir padrões inteligentes para que você 
não precise especificar esses parâmetros ao criar um. NotebookJobStep Esses parâmetros 
sãorole,s3_root_uri,s3_kms_key,volume_kms_key, subnetssecurity_group_ids, e são 
especificados na tabela a seguir. Para obter informações sobre como definir padrões inteligentes, 
consulte. Configurar opções padrão

Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Nome 
do 
trabalho

O nome do seu 
trabalho, como 
deveria aparecer 
no painel Notebook 
Jobs.

Campo Nome do trabalho. O mesmo que o Studio. Parâmetro
notebook_ 
job_name . 
Padroniza 
do 
como
None.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Imagem A imagem do 
contêiner usada 
para executar o 
notebook de forma 
não interativa no 
tipo de computaçã 
o escolhido.

Imagem de campo. Esse 
campo é padronizado 
para a imagem atual do 
seu notebook. Altere esse 
campo do padrão para um 
valor personalizado, se 
necessário. Se o Studio 
não puder inferir esse 
valor, o formulário exibirá 
um erro de validação 
exigindo que você o 
especifique. Essa imagem 
pode ser personalizada,
bring-your-own imagem ou 
uma SageMaker imagem 
disponível da Amazon. 
Para obter uma lista das 
SageMaker imagens 
disponíveis suportada 
s pelo agendador do 
notebook, consulte
SageMaker Imagens da 
Amazon disponíveis.

Imagem de campo. Esse 
campo requer um URI 
ECR de uma imagem 
do Docker que possa 
executar o notebook 
fornecido no tipo de 
computação selecionado. 
Por padrão, a extensão 
do agendador usa um 
Python 2.0 pré-construído 
baseado em SageMaker 
imagens do Docker. Esta 
é a imagem oficial do 
Python 3.8 DockerHub 
com boto3 AWS CLI e o 
kernel do Python 3. Você 
também pode fornecer 
qualquer URI de ECR 
que atenda à especific 
ação de imagem personali 
zada do notebook. 
Para obter detalhes, 
consulte Especificações 
de SageMaker imagem 
personalizadas. Essa 
imagem deve ter todos 
os kernels e bibliotec 
as necessários para a 
execução do notebook.

Obrigatór 
io. 
Parâmetro
image_uri

. 
Localizaç 
ão 
do 
URI 
de 
uma 
imagem 
do 
Docker 
no 
ECR. 
Você 
pode 
usar 
imagens 
de 
SageMaker 
distribui 
ção 
específic 
as 
ou 
imagens 
personali 
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

zadas 
com 
base 
nessas 
imagens, 
ou 
sua 
própria 
imagem 
pré-
insta 
lada 
com 
dependênc 
ias 
de 
trabalho 
do 
notebook 
que 
atendam 
a 
requisito 
s 
adicionai 
s. 
Para 
obter 
detalhes, 
consulte
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Restriçõe 
s de 
imagem 
para 
trabalhos 
de 
notebook 
do 
SageMaker 
Python 
SDK.

Tipo de 
instância

O tipo de instância 
do EC2 a ser 
usado para 
executar a tarefa 
do notebook. 
O trabalho do 
notebook usa 
um SageMaker 
Training Job 
como camada 
de computaçã 
o, portanto, o 
tipo de instância 
especificado deve 
ser um tipo de 
instância suportado 
pelo SageMaker 
Training.

Tipo de computação de
campo. Padronizado como
ml.m5.large .

O mesmo que o Studio. Parâmetro
instance_ 
type . 
Padroniza 
do 
como
ml.m5.lar 
ge .
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Kernel O kernel do 
Jupyter usado para 
executar o trabalho 
do notebook.

Kernel de campo. Esse 
campo é padronizado 
para o kernel atual do 
seu notebook. Altere esse 
campo do padrão para um 
valor personalizado, se 
necessário. Se o Studio 
não puder inferir esse 
valor, o formulário exibirá 
um erro de validação 
exigindo que você o 
especifique.

Kernel de campo. Esse 
kernel deve estar presente 
na imagem e seguir as 
especificações do kernel 
do Jupyter. Esse campo é 
padronizado para o kernel 
Python3 encontrado na 
imagem base do Python 
2.0. SageMaker Altere 
esse campo para um 
valor personalizado, se 
necessário.

Obrigatór 
io. 
Parâmetro
kernel_na 
me . 
Esse 
kernel 
deve 
estar 
presente 
na 
imagem 
e 
seguir 
as 
especific 
ações 
do 
kernel 
do 
Jupyter. 
Para 
ver 
os 
identific 
adores 
do 
kernel 
da 
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

sua 
imagem, 
consulte 
(LINK).

SageMaker 
sessão

A SageMaker 
sessão subjacent 
e à qual as 
chamadas 
SageMaker 
de serviço são 
delegadas.

N/D N/D Parâmetro
sagemaker 
_session . 
Se 
não 
for 
especific 
ado, 
um 
será 
criado 
usando 
uma 
cadeia 
de 
configura 
ção 
padrão.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

ARN de 
função

O nome do recurso 
da Amazon (ARN) 
da função usado 
com o trabalho do 
notebook.

ARN da função de campo. 
Esse campo é padroniza 
do para a função de 
execução do Studio. Altere 
esse campo para um 
valor personalizado, se 
necessário.

Note

Se o Studio não 
puder inferir esse 
valor, o campo
ARN da função
ficará em branco. 
Nesse caso, insira 
o ARN que você 
deseja usar.

ARN da função de campo. 
Esse campo é padroniza 
do para qualquer função 
prefixada com Sagemaker 
JupyterScheduler . 
Se você tiver várias 
funções com o prefixo, 
a extensão escolherá 
uma. Altere esse campo 
para um valor personali 
zado, se necessário. 
Para esse campo, você 
pode definir seu próprio 
padrão de usuário, que é 
pré-preenchido sempre 
que você cria uma nova 
definição de trabalho. Para 
obter detalhes, consulte
Configurar opções padrão 
para notebooks locais.

Parâmetro
role. 
O 
padrão 
é a 
função 
SageMaker 
padrão 
do 
IAM 
se o 
SDK 
estiver 
sendo 
executado 
em 
SageMaker 
Notebooks 
ou 
Studio 
Notebooks 
. 
SageMaker 
Caso 
contrário 
, ele 
lança 
umValueErro 
r . 
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Permite 
padrões 
inteligen 
tes.

Notebook 
de 
entrada

O nome do 
notebook que você 
está programando 
para executar.

Obrigatório. Arquivo de 
entrada de campo.

O mesmo que o Studio. Obrigatór 
io. 
Parâmetro 
.
input_not 
ebook

Pasta 
de 
entrada

A pasta que 
contém suas 
entradas. As 
entradas do 
trabalho, incluindo 
o caderno 
de entrada e 
quaisquer scripts 
opcionais de 
inicialização ou 
inicialização, são 
colocadas nessa 
pasta.

Pasta de entrada de
campo. Se você não 
fornecer uma pasta, o 
agendador cria um bucket 
padrão do Amazon S3 
para suas entradas.

O mesmo que o Studio. 
Para esse campo, você 
pode definir seu próprio 
padrão de usuário, que é 
pré-preenchido sempre 
que você cria uma nova 
definição de trabalho. Para 
obter detalhes, consulte
Configurar opções padrão 
para notebooks locais.

N/
A. A 
pasta 
de 
entrada 
é 
colocada 
dentro 
do 
local 
especific 
ado 
pelo 
parâmetro 
.
s3_root_u 
ri
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zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Pasta 
de 
saída

A pasta que 
contém suas 
saídas. As saídas 
do trabalho, 
incluindo o 
notebook de saída 
e os registros, são 
colocadas nessa 
pasta.

Pasta de saída de campo. 
Se você não fornecer 
uma pasta, o agendador 
cria um bucket padrão 
do Amazon S3 para suas 
entradas.

O mesmo que o Studio. 
Para esse campo, você 
pode definir seu próprio 
padrão de usuário, que é 
pré-preenchido sempre 
que você cria uma nova 
definição de trabalho. Para 
obter detalhes, consulte
Configurar opções padrão 
para notebooks locais.

N/
A. A 
pasta 
de 
saída 
é 
colocada 
dentro 
do 
local 
especific 
ado 
pelo 
parâmetro 
.
s3_root_u 
ri
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do 
SDK 
para 
Python

Parâmetro 
s

Um dicionário de 
variáveis e valores 
para passar para 
seu trabalho no 
notebook.

Parâmetros de campo. 
Você precisa parametrizar 
seu notebook para aceitar 
parâmetros.

O mesmo que o Studio. Parâmetro
parameter 
s . 
Você 
precisa
parametri 
zar 
seu 
notebook
para 
aceitar 
parâmetro 
s.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Dependênc 
ias 
adicionai 
s 
(arquivo 
ou 
pasta)

A lista de 
dependências de 
arquivos ou pastas 
que o trabalho do 
notebook carrega 
para a pasta 
staged s3.

Sem suporte. Sem suporte. Parâmetro
additiona 
l_depende 
ncies . 
O 
trabalho 
do 
notebook 
carrega 
essas 
dependênc 
ias 
em 
uma 
pasta 
temporári 
a do 
S3 
para 
que 
possam 
ser 
consumida 
s 
durante 
a 
execução.
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Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

URI raiz 
do S3

A pasta que 
contém suas 
entradas. As 
entradas do 
trabalho, incluindo 
o caderno 
de entrada e 
quaisquer scripts 
opcionais de 
inicialização ou 
inicialização, são 
colocadas nessa 
pasta.

N/A. Use a pasta de 
entrada e a pasta de 
saída.

O mesmo que o Studio. Parâmetro
s3_root_u 
ri . 
O 
padrão 
é 
um 
bucket 
S3 
padrão. 
Permite 
padrões 
inteligen 
tes.

Variáveis 
de 
ambiente

Qualquer variável 
de ambiente 
existente que você 
queira substituir ou 
novas variáveis de 
ambiente que você 
queira introduzi 
r e usar em seu 
notebook.

Variáveis de ambiente de 
campo.

O mesmo que o Studio. Parâmetro
environme 
nt_variab 
les . 
Padroniza 
do 
como
None.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Tags Uma lista de 
etiquetas anexadas 
ao trabalho.

N/D N/D Parâmetro
tags. 
Padroniza 
do 
como
None. 
Suas 
tags 
controlam 
como 
a 
interface 
do 
usuário 
do 
Studio 
captura 
e 
exibe 
o 
trabalho 
criado 
pelo 
pipeline. 
Para 
obter 
detalhes, 
consulte
Visualize 
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

suas 
tarefas 
de 
notebook 
no 
painel 
da 
interface 
do 
usuário 
do 
Studio.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Script 
de 
inicializ 
ação

Um script pré-carre 
gado no menu 
de inicialização 
do notebook que 
você pode optar 
por executar antes 
de executar o 
notebook.

Script de inicialização de 
campo. Selecione um 
script de Configuração do 
Ciclo de Vida (LCC) que 
seja executado na imagem 
na inicialização.

Note

Um script de 
inicialização é 
executado em 
um shell fora 
do ambiente do 
Studio. Portanto, 
esse script não 
pode depender do 
armazenamento 
local do Studio, 
das variáveis 
de ambiente ou 
dos metadados 
do aplicativo 
(em /opt/ml/m 
etadata ). Além 
disso, se você 
usar um script de 
inicialização e um 
script de inicializ 
ação, o script 

Sem suporte. Sem 
suporte.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

de inicialização 
será executado 
primeiro.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Script 
de 
inicializ 
ação

Um caminho para 
um script local 
que você pode 
executar quando o 
notebook é inicializ 
ado.

Script de inicialização de
campo. Insira o caminho 
do arquivo EFS em que 
um script local ou um 
script de Configuração do 
Ciclo de Vida (LCC) está 
localizado. Se você usar 
um script de inicialização e 
um script de inicialização, 
o script de inicialização 
será executado primeiro.

Note

Um script de 
inicialização é 
originado do 
mesmo shell 
do trabalho do 
notebook. Esse 
não é o caso 
de um script 
de inicialização 
descrito anteriorm 
ente. Além disso, 
se você usar 
um script de 
inicialização e um 
script de inicializ 
ação, o script 

Script de inicialização de
campo. Insira o caminho 
do arquivo local onde um 
script local ou um script de 
Configuração do Ciclo de 
Vida (LCC) está localizad 
o.

Parâmetro
initializ 
ation_scr 
ipt . 
Padroniza 
do 
como
None.
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personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

de inicialização 
será executado 
primeiro.

Máximo 
de 
tentativa 
s de 
repetição

O número de 
vezes que o Studio 
tenta executar 
novamente uma 
execução de 
trabalho com falha.

Tentativas de repetição do 
Field Max. Padronizado 
como 1.

O mesmo que o Studio. Parâmetro
max_retry 
_attempts

. 
Padroniza 
do 
como 
1.
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personali 
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Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Tempo 
máximo 
de 
execução 
(em 
segundos)

O tempo máximo, 
em segundos, 
que um trabalho 
de caderno pode 
ser executado 
antes de ser 
interrompido. Se 
você configurar 
o tempo máximo 
de execução e 
o máximo de 
tentativas de 
repetição, o tempo 
de execução se 
aplicará a cada 
nova tentativa. Se 
um trabalho não for 
concluído nesse 
período, seu status 
será definido como
Failed.

Tempo máximo de 
execução do campo (em 
segundos). Padronizado 
como 172800 seconds 
(2 days).

O mesmo que o Studio. Parâmetro
max_runti 
me_in_sec 
onds . 
Padroniza 
do 
como
172800 
seconds 
(2 
days).

Repetir 
políticas

Uma lista de 
políticas de 
repetição, que 
regem as ações a 
serem tomadas em 
caso de falha.

Sem suporte. Sem suporte. Parâmetro
retry_pol 
icies . 
Padroniza 
do 
como
None.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Adicionar
Step
nossas
StepColle 
ction
dependênc 
ias

Uma lista de
StepColle 
ction  nomes
Step ou instância 
s das quais o 
trabalho depende.

Sem suporte. Sem suporte. Parâmetro
depends_o 
n . 
Padroniza 
do 
como
None. 
Use 
isso 
para 
definir 
dependênc 
ias 
explícita 
s 
entre 
as 
etapas 
no 
gráfico 
do 
pipeline.
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Opções 
personali 
zadas

Descrição Diretriz específica para 
estúdios

Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Tamanho 
do 
volume

O tamanho em 
GB do volume de 
armazenamento 
para armazenar 
dados de entrada 
e saída durante o 
treinamento.

Sem suporte. Sem suporte. Parâmetro
volume_si 
ze . 
O 
padrão 
é 30 
GB.

Criptogra 
fe o 
tráfego 
entre 
contêiner 
es

Um sinalizador 
que especifica se 
o tráfego entre 
os contêineres 
de treinamento 
é criptografado 
para o trabalho de 
treinamento.

N/A. Ativado por padrão. N/A. Ativado por padrão. Parâmetro
encrypt_i 
nter_cont 
ainer_tra 
ffic . 
Padroniza 
do 
como
True.

Configura 
r a 
criptogra 
fia de 
trabalhos

Um indicador de 
que você deseja 
criptografar as 
saídas de trabalho 
do notebook, 
o volume da 
instância de 
trabalho ou ambos.

Campo Configurar 
criptografia de tarefas. 
Marque essa caixa para 
escolher a criptografia. 
Se não for marcada, as 
saídas do trabalho serão 
criptografadas com a 
chave KMS padrão da 
conta e o volume da 
instância do trabalho não 
será criptografado.

O mesmo que o Studio. Sem 
suporte.
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Diretriz ambiental local do 
Jupyter

SageMaker 
Diretriz 
do 
SDK 
para 
Python

Chave 
de 
criptogra 
fia de 
saída 
do KMS

Uma chave KMS 
a ser usada 
se você quiser 
personalizar a 
chave de criptogra 
fia usada nas 
saídas de trabalho 
do notebook. 
Esse campo 
só é aplicável 
se você tiver 
marcado Configura 
r criptografia de 
trabalhos.

Chave KMS de criptogra 
fia de saída de campo. 
Se você não especificar 
esse campo, as saídas de 
trabalho do seu notebook 
serão criptografadas 
com SSE-KMS usando 
a chave KMS padrão do 
Amazon S3. Além disso, 
se você mesmo criar o 
bucket do Amazon S3 
e usar criptografia, seu 
método de criptografia 
será preservado.

O mesmo que o Studio. 
Para esse campo, você 
pode definir seu próprio 
padrão de usuário, que é 
pré-preenchido sempre 
que você cria uma nova 
definição de trabalho. Para 
obter detalhes, consulte
Configurar opções padrão 
para notebooks locais.

Parâmetro
s3_kms_ke 
y . 
Padroniza 
do 
como
None. 
Permite 
padrões 
inteligen 
tes.

Chave 
KMS de 
criptogra 
fia de 
volume 
da 
instância 
de 
trabalho

Uma chave KMS 
para usar se você 
quiser criptogra 
far o volume da 
sua instância 
de trabalho. 
Esse campo 
só é aplicável 
se você tiver 
marcado Configura 
r criptografia de 
trabalhos.

Chave KMS de criptogra 
fia de volume da instância 
Field Job.

Chave KMS de criptogra 
fia de volume da instância 
Field Job. Para esse 
campo, você pode definir 
seu próprio padrão 
de usuário, que é pré-
preenchido sempre que 
você cria uma nova 
definição de trabalho. Para 
obter detalhes, consulte
Configurar opções padrão 
para notebooks locais.

Parâmetro
volume_km 
s_key . 
Padroniza 
do 
como
None. 
Permite 
padrões 
inteligen 
tes.
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do 
SDK 
para 
Python

Use 
uma 
nuvem 
privada 
virtual 
para 
executar 
esse 
trabalho 
(para 
usuários 
de 
VPC)

Um indicador de 
que você deseja 
executar esse 
trabalho em uma 
Virtual Private 
Cloud (VPC). Para 
maior segurança, é 
recomendável usar 
uma VPC privada.

Campo Use uma nuvem 
privada virtual para 
executar esse trabalho. 
Marque essa caixa se 
quiser usar uma VPC. No 
mínimo, crie os seguintes 
endpoints da VPC para 
permitir que seu trabalho 
de notebook se conecte 
de forma privada a esses 
recursos: AWS

• SageMaker: para obter 
informações sobre 
como se conectar 
SageMaker por meio de 
um endpoint de interface 
VPC, consulte. Conecte-
se à SageMaker sua 
VPC

• Amazon S3: para obter 
informações sobre 
como se conectar ao 
Amazon S3 por meio 
de um endpoint de 
interface VPC, consulte 
Endpoints de gateway 
para Amazon S3.

O mesmo que o Studio. N/D
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Diretriz 
do 
SDK 
para 
Python

• Amazon EC2: para obter 
informações sobre como 
se conectar ao Amazon 
EC2 por meio de um 
endpoint de interface 
VPC, consulte Acessar 
o Amazon EC2 usando 
um endpoint de interface 
VPC.

• Amazon EventBridge: 
esse endpoint só é 
necessário ao configurar 
um notebook agendado. 
Não é necessário ao 
lançar um trabalho sob 
demanda. Para obter 
informações sobre como 
se conectar EventBrid 
ge por meio de um 
endpoint de interface 
VPC, consulte Como 
usar a Amazon com a 
EventBridge interface 
VPC Endpoints.

Se você optar por usar 
uma VPC, precisará 
especificar pelo menos 
uma sub-rede privada e 

Trabalhos em Notebook 5184

https://docs.aws.amazon.com/AWSEC2/latest/UserGuide/interface-vpc-endpoints.html
https://docs.aws.amazon.com/AWSEC2/latest/UserGuide/interface-vpc-endpoints.html
https://docs.aws.amazon.com/eventbridge/latest/userguide/eb-related-service-vpc.html
https://docs.aws.amazon.com/eventbridge/latest/userguide/eb-related-service-vpc.html
https://docs.aws.amazon.com/eventbridge/latest/userguide/eb-related-service-vpc.html


Amazon SageMaker Guia do Desenvolvedor

Opções 
personali 
zadas
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Jupyter
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Diretriz 
do 
SDK 
para 
Python

pelo menos um grupo de 
segurança nas opções 
a seguir. Se você não 
usa nenhuma sub-
rede privada, precisa 
considerar outras opções 
de configuração. Para 
obter detalhes, consulte
Sub-redes públicas de 
VPC não suportadas em
Restrições e considera 
ções.

Sub-
rede (s) 
(para 
usuários 
de 
VPC)

Suas sub-redes 
. Esse campo 
deve conter pelo 
menos uma e no 
máximo cinco, e 
todas as sub-redes 
fornecidas devem 
ser privadas. Para 
obter detalhes, 
consulte Sub-redes 
públicas de VPC
não suportadas 
em Restrições e 
considerações.

Sub-rede (s) de campo. 
Esse campo usa como 
padrão as sub-redes 
associadas ao domínio 
do Studio, mas você pode 
alterar esse campo se 
necessário.

Sub-rede (s) de campo. O 
agendador não consegue 
detectar suas sub-redes, 
então você precisa inserir 
todas as sub-redes que 
você configurou para sua 
VPC.

Parâmetro
subnets. 
Padroniza 
do 
como
None. 
Permite 
padrões 
inteligen 
tes.
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Grupos 
de 
segurança 
(para 
usuários 
de 
VPC)

Seus grupos 
de segurança 
. Esse campo 
deve conter pelo 
menos um e no 
máximo 15. Para 
obter detalhes, 
consulte Sub-redes 
públicas de VPC
não suportadas 
em Restrições e 
considerações.

Grupos de segurança de
campo. Esse campo usa 
como padrão os grupos de 
segurança associados ao 
domínio VPC, mas você 
pode alterar esse campo 
se necessário.

Grupos de segurança 
de campo. O agendador 
não consegue detectar 
seus grupos de segurança 
, então você precisa 
inserir todos os grupos 
de segurança que você 
configurou para sua VPC.

Parâmetro
security_ 
group_ids

. 
Padroniza 
do 
como
None. 
Permite 
padrões 
inteligen 
tes.

Nome O nome da etapa 
de trabalho do 
notebook.

N/D N/D Parâmetro
name. 
Se 
não 
for 
especific 
ado, 
é 
derivado 
do 
nome 
do 
arquivo 
do 
notebook.
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Descrição Diretriz específica para 
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SageMaker 
Diretriz 
do 
SDK 
para 
Python

Nome 
de 
exibição

O nome do seu 
trabalho, como 
deveria aparecer 
na sua lista de 
execuções do 
pipeline.

N/D N/D Parâmetro
display_n 
ame . 
Padroniza 
do 
como
None.

Descrição Uma descrição do 
seu trabalho.

N/D N/D Parâmetro
descripti 
on .

Parametrize seu caderno

Para passar novos parâmetros ou substituições de parâmetros para seu trabalho de notebook 
agendado, você pode, opcionalmente, modificar seu notebook Jupyter se quiser que seus novos 
valores de parâmetros sejam aplicados após uma célula. Quando você passa um parâmetro, 
o executor do trabalho do notebook usa a metodologia aplicada pelo Papermill. O executor de 
tarefas do notebook procura uma célula Jupyter marcada com a parameters tag e aplica os novos 
parâmetros ou substituições de parâmetros imediatamente após essa célula. Se você não tiver 
nenhuma célula marcada comparameters, os parâmetros serão aplicados no início do notebook. 
Se você tiver mais de uma célula marcada comparameters, os parâmetros serão aplicados após a 
primeira célula marcada comparameters.

Para marcar uma célula do seu notebook com a parameters tag, conclua as seguintes etapas:

1. Selecione a célula a ser parametrizada.
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2. Escolha o ícone do Inspetor de propriedades

( ), 
na barra lateral direita.

3. Digite parameters na caixa Adicionar tag.

4. Escolha o sinal +.

5. A parameters tag aparece em Cell Tags com uma marca de seleção, o que significa que a tag 
é aplicada à célula.

Conecte-se a um cluster do Amazon EMR a partir do seu notebook

Se você se conectar a um cluster do Amazon EMR a partir do seu notebook Jupyter no Studio, talvez 
seja necessário realizar uma configuração adicional. Em particular, a discussão a seguir aborda duas 
questões:

• Passando parâmetros para o comando de conexão do Amazon EMR. Nos SparkMagic kernels, os 
parâmetros que você passa para o comando de conexão do Amazon EMR podem não funcionar 
conforme o esperado devido às diferenças na forma como o Papermill passa os parâmetros 
e como os recebe. SparkMagic A solução alternativa para lidar com essa limitação é passar 
parâmetros como variáveis de ambiente. Para obter mais detalhes sobre o problema e a solução 
alternativa, consulte Passe parâmetros para o comando de conexão do EMR.

• Transmissão de credenciais de usuário para clusters do Amazon EMR autenticados por Kerberos, 
LDAP ou HTTP Basic Auth. No modo interativo, o Studio solicita credenciais em um formulário 
pop-up onde você pode inserir suas credenciais de login. Em seu caderno programado não 
interativo, você tem que passá-los pelo AWS Secrets Manager. Para obter mais detalhes sobre 
como usar o AWS Secrets Manager em seus trabalhos de notebook programados, consulte Passe 
as credenciais do usuário para seu cluster Amazon EMR autenticado por Kerberos, LDAP ou 
HTTP Basic Auth.

Passe parâmetros para o comando de conexão do EMR

Se você estiver usando imagens com os kernels SparkMagic PySpark e Spark e quiser parametrizar 
seu comando de conexão do EMR, forneça seus parâmetros no campo Variáveis de ambiente 
em vez do campo Parâmetros no formulário Create Job (no menu suspenso Additional Options).
Certifique-se de que seu comando de conexão do EMR no notebook Jupyter transmita esses 
parâmetros como variáveis de ambiente. Por exemplo, suponha que você passe cluster-id
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como uma variável de ambiente ao criar seu trabalho. Seu comando de conexão EMR deve ser 
semelhante ao seguinte:

%%local
import os

%sm_analytics emr connect —cluster-id {os.getenv('cluster_id')} --auth-type None

Você precisa dessa solução alternativa para atender aos requisitos da SparkMagic Papermill. 
Para o contexto em segundo plano, o SparkMagic kernel espera que o comando %%local mágico 
acompanhe todas as variáveis locais que você definir. No entanto, o Papermill não passa o comando
%%local mágico com suas substituições. Para contornar essa limitação do Papermill, você deve 
fornecer seus parâmetros como variáveis de ambiente no campo Variáveis de ambiente.

Passe as credenciais do usuário para seu cluster Amazon EMR autenticado por Kerberos, LDAP ou 
HTTP Basic Auth

Para estabelecer uma conexão segura com um cluster do Amazon EMR que usa autenticação 
Kerberos, LDAP ou HTTP Basic Auth, você usa o AWS Secrets Manager para passar as credenciais 
do usuário para o seu comando de conexão. Para obter informações sobre como criar um segredo 
no Secrets Manager, consulte Criar um segredo do AWS Secrets Manager. Seu segredo deve conter 
seu nome de usuário e senha. Você passa o segredo com o --secrets argumento, conforme 
mostrado no exemplo a seguir:

%sm_analytics emr connect --cluster-id j_abcde12345  
    --auth Kerberos  
    --secret aws_secret_id_123

Seu administrador pode configurar uma política de acesso flexível usando um método attribute-
based-access-control (ABAC), que atribui acesso com base em tags especiais. Você pode configurar 
o acesso flexível para criar um único segredo para todos os usuários da conta ou um segredo para 
cada usuário. Os exemplos de código a seguir demonstram esses cenários:

Crie um único segredo para todos os usuários da conta

{ 
    "Version" : "2012-10-17", 
    "Statement" : [  
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        { 
            "Effect": "Allow", 
            "Principal" : {"AWS" : "arn:aws:iam::AWS_ACCOUNT_ID:role/service-role/
AmazonSageMaker-ExecutionRole-20190101T012345"}, 

            "Action" : "secretsmanager:GetSecretValue", 
            "Resource" : [  "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes123-1a2b3c",  
                            "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes456-4d5e6f",  
                            "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes789-7g8h9i" ] 
        } 
    ]
}

Crie um segredo diferente para cada usuário

É possível criar um segredo diferente para cada usuário usando a PrincipleTag tag, conforme 
mostrado no exemplo a seguir:

{ 
    "Version" : "2012-10-17", 
    "Statement" : [  
        { 
            "Effect": "Allow", 
            "Principal" : {"AWS" : "arn:aws:iam::AWS_ACCOUNT_ID:role/service-role/
AmazonSageMaker-ExecutionRole-20190101T012345"}, 
            "Condition" : { 
                "StringEquals" : { 
                    "aws:ResourceTag/user-identity": "${aws:PrincipalTag/user-
identity}" 
                } 
            }, 
            "Action" : "secretsmanager:GetSecretValue", 
            "Resource" : [  "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes123-1a2b3c",  
                            "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes456-4d5e6f",  
                            "arn:aws:secretsmanager:us-
west-2:AWS_ACCOUNT_ID:secret:aes789-7g8h9i" ] 
        } 
    ]
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}

Monitore tarefas de notebooks e definições de tarefas

SageMaker Os painéis do Notebook Jobs ajudam a organizar as definições de tarefas que você 
agenda e também acompanham as tarefas reais que são executadas a partir de suas definições de 
tarefas. Há dois conceitos importantes a serem entendidos ao programar trabalhos no notebook:
definições de trabalhos e execuções de trabalhos. As definições de trabalho são programações 
que você define para executar notebooks específicos. Por exemplo, você pode criar uma definição 
de trabalho que execute o notebook xyz.ipynb toda quarta-feira. Essa definição de trabalho inicia 
as execuções reais de trabalhos que ocorrem na próxima quarta-feira, na próxima quarta-feira, na 
quarta-feira seguinte e assim por diante.

Note

A etapa de trabalho do notebook SageMaker Python SDK não cria definições de tarefas. 
No entanto, você pode visualizar seus trabalhos no painel Notebook Jobs. Tanto as tarefas 
quanto as definições de tarefas estão disponíveis se você agendar sua tarefa em um 
JupyterLab ambiente.

A interface fornece duas guias principais que ajudam você a rastrear suas definições e execuções de 
trabalhos existentes:

• Guia Notebook Jobs: essa guia exibe uma lista de todas as suas execuções de trabalhos sob 
demanda e definições de trabalhos. Nessa guia, você pode acessar diretamente os detalhes da 
execução de um único trabalho. Por exemplo, você pode ver uma única execução de trabalho que 
ocorreu há duas quartas-feiras.

• Guia Definições de trabalho do Notebook: essa guia exibe uma lista de todas as suas definições 
de trabalhos. Nessa guia, você pode acessar diretamente os detalhes de uma única definição de 
trabalho. Por exemplo, você pode ver a programação criada para executar XYZ.ipynb toda quarta-
feira.

Para obter detalhes sobre a guia Notebook Jobs, consulte Visualizar os trabalhos do notebook.

Para obter detalhes sobre a guia Definições de trabalhos do Notebook, consulte Exibir definições de 
trabalho do notebook.
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Visualizar os trabalhos do notebook

Note

Você pode visualizar automaticamente os trabalhos do notebook se tiver agendado o 
trabalho do notebook a partir da interface do usuário do Studio. Se você usou o SDK 
do SageMaker Python para agendar seu trabalho no notebook, precisará fornecer tags 
adicionais ao criar a etapa do trabalho no notebook. Para obter detalhes, consulte Visualize 
suas tarefas de notebook no painel da interface do usuário do Studio.

A guia Trabalhos do Notebook (que você acessa escolhendo o ícone Criar um trabalho no notebook
( ) 
na barra de ferramentas do Studio) mostra um histórico dos trabalhos sob demanda e de todos os 
trabalhos executados a partir das definições de trabalho que você criou. Essa guia é aberta depois 
que você cria um trabalho sob demanda, ou você mesmo pode visualizar essa guia para ver um 
histórico de trabalhos anteriores e atuais. Se você selecionar o Nome do trabalho para qualquer 
trabalho, poderá visualizar os detalhes de um único trabalho na página Detalhes do trabalho. Para 
mais informações sobre a página de detalhes do trabalho, consulte a seção Exibir um único trabalho
a seguir.

A guia Notebook Jobs inclui as seguintes informações para cada trabalho:

• Arquivos de saída: exibe a disponibilidade dos arquivos de saída. Essa coluna pode conter um dos 
seguintes:

• Um ícone de download 
( ): 
o notebook e o registro de saída estão disponíveis para download; escolha este botão para 
baixá-los. Observe que um trabalho com falha ainda pode gerar arquivos de saída se a falha 
ocorrer após a criação dos arquivos. Nesse caso, é útil visualizar o notebook de saída para 
identificar o ponto de falha.

• Links para o notebook e o registro de saída: o notebook e o registro de saída são baixados. 
Escolha os links para visualizar seu conteúdo.

• (em branco): o trabalho foi interrompido pelo usuário ou ocorreu uma falha na execução do 
trabalho antes que ele pudesse gerar arquivos de saída. Por exemplo, falhas na rede podem 
impedir que o trabalho seja iniciado.
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O notebook de saída é o resultado da execução de todas as células no notebook e também 
incorpora quaisquer parâmetros ou variáveis de ambiente novos ou substitutivos que você incluiu. 
O registro de saída captura os detalhes da execução do trabalho para ajudá-lo a solucionar 
problemas de trabalhos com falha.

• Criado em: o momento em que o trabalho sob demanda ou o trabalho programado foi criado.

• Status: o status atual do trabalho, que pode ter um dos seguintes valores:

• Em andamento: o trabalho está em execução

• Falha: o trabalho falhou devido a erros de configuração ou lógica do notebook

• Interrompido: o trabalho foi interrompido pelo usuário

• Concluído: o trabalho foi concluído

• Ações: essa coluna fornece atalhos para ajudá-lo a interromper ou remover qualquer trabalho 
diretamente na interface.

Exibir um único trabalho

Na guia Notebook Jobs, você pode selecionar um nome do trabalho para visualizar a página
Detalhes do Trabalho de um trabalho específico. A página Detalhes do trabalho inclui todos os 
detalhes fornecidos no formulário Criar trabalho. Use esta página para confirmar as configurações 
especificadas ao criar a definição de trabalho.

Além disso, você pode acessar atalhos para ajudá-lo a realizar as seguintes ações na própria 
página:

• Excluir trabalho: remova o trabalho da guia Notebook Jobs.

• Interromper trabalho: pare seu trabalho em execução.

Exibir definições de trabalho do notebook

Note

Se você agendou seu trabalho no notebook com o SDK do SageMaker Python, pule esta 
seção. Somente trabalhos de notebook criados no Studio ou em JupyterLab ambientes locais 
criam definições de trabalhos. Portanto, se você criou seu trabalho no notebook com o SDK 
do SageMaker Python, não verá as definições do trabalho no painel Notebook Jobs. No 
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entanto, você pode visualizar seus trabalhos do notebook conforme descrito emVisualizar os 
trabalhos do notebook.

Ao criar uma definição de trabalho, você cria uma programação para um trabalho. A guia Definições 
de trabalho do Notebook lista essas programações. Por exemplo, você pode criar uma definição de 
trabalho que execute um notebook específico a cada minuto. Quando essa definição de trabalho 
estiver ativa, você verá uma novo trabalho a cada minuto na guia Notebook Jobs.

A guia Definições de trabalhos do Notebook exibe um painel com todas as suas definições de 
trabalho e inclui o caderno de entrada, a hora de criação, a programação e o status de cada 
definição de trabalho. O valor da coluna Status é um dos seguintes valores:

• Pausado: você pausou a definição do trabalho. O Studio não inicia nenhum trabalho até que você 
retome a definição.

• Ativo: a programação está ativada e o Studio pode executar o notebook de acordo com a 
programação especificada.

Além disso, a coluna Ações fornece atalhos para ajudá-lo a realizar as seguintes tarefas diretamente 
na interface:

• Pausa: pausa a definição do trabalho. O Studio não criará nenhum trabalho até que você retome a 
definição.

• Excluir: remove a definição do trabalho da guia Definições de trabalho do Notebook.

• Retomar: continua uma definição de trabalho pausada para que ela possa iniciar trabalhos.

Se você criou uma definição de trabalho, mas ela não inicia trabalhos, veja A definição de trabalho 
não cria trabalhos no Guia de solução de problemas.

Exibir uma definição de trabalho única

Se você selecionar um nome de definição de trabalho na guia Definições de trabalho do Notebook, 
verá a página Definição de trabalho, na qual poderá visualizar detalhes específicos de uma definição 
de trabalho. Use esta página para confirmar as configurações especificadas ao criar a definição de 
trabalho. Se você não encontrar nenhum trabalho criada a partir de sua definição de trabalho., veja A 
definição de trabalho não cria trabalhos no Guia de solução de problemas.
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Essa página também contém uma seção listando os trabalhos que são executados a partir dessa 
definição de trabalho. Visualizar seus trabalhos na página Definição de Trabalhos pode ser uma 
forma mais produtiva de ajudá-lo a organizar seus trabalhos em vez de visualizá-los na guia
Notebook Jobs, que combina todos os trabalhos de todas as suas definições de trabalhos.

Além disso, essa página fornece atalhos para as seguintes ações:

• Pausa/Retomar: pause sua definição de trabalho ou retome uma definição pausada. Observe 
que, se um trabalho estiver sendo executado atualmente para essa definição, o Studio não o 
interromperá.

• Executar: execute um único trabalho sob demanda a partir dessa definição de trabalho. Essa 
opção também permite que você especifique diferentes parâmetros de entrada para o seu 
notebook antes de iniciar o trabalho.

• Editar definição de trabalho: altere a programação de sua definição de trabalho. Você pode 
selecionar um intervalo de tempo diferente ou optar por uma programação personalizada usando a 
sintaxe cron.

• Excluir definição de trabalho: remova a definição de trabalho da guia Definições de trabalho do 
Notebook. Observe que, se um trabalho estiver sendo executado atualmente para essa definição, 
o Studio não o interromperá.

Guia de solução de problemas

Consulte este guia de solução de problemas para ajudá-lo a depurar falhas que podem ocorrer 
quando o trabalho programado do notebook é executado.

A definição de trabalho não cria trabalhos

Se sua definição de trabalho não iniciar nenhum trabalho, veja as seguintes possíveis causas:

Permissões ausentes

• A função atribuída à definição do cargo não tem uma relação de confiança com a Amazon 
EventBridge. Ou seja, EventBridge não pode assumir o papel.

• A função atribuída à definição de trabalho não tem permissão para chamar
SageMaker:StartPipelineExecution.

• A função atribuída à definição de trabalho não tem permissão para chamar
SageMaker:CreateTrainingJob.
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EventBridge cota excedida

Se você ver um Put* erro como o exemplo a seguir, você excedeu uma EventBridge cota. Para 
resolver isso, você pode limpar EventBridge execuções não utilizadas ou pedir AWS Support para 
aumentar sua cota.

LimitExceededException) when calling the PutRule operation:  
The requested resource exceeds the maximum number allowed

Para obter mais informações sobre EventBridge cotas, consulte  EventBridge Cotas da Amazon.

Limite de cota de gasoduto excedido

Se você receber um erro como o exemplo a seguir, excedeu o número de pipelines que podem ser 
executados. Para resolver isso, você pode limpar os pipelines não utilizados na sua conta ou pedir 
AWS Support para aumentar sua cota.

ResourceLimitExceeded: The account-level service limit  
'Maximum number of pipelines allowed per account' is XXX Pipelines,  
with current utilization of XXX Pipelines and a request delta of 1 Pipelines.

Para obter mais informações sobre cotas de pipeline, consulte  SageMaker endpoints e cotas da 
Amazon.

Limite de trabalho de treinamento excedido

Se você ver um erro como o exemplo a seguir, você excedeu o número de trabalhos de treinamento 
que podem ser executados. Para resolver isso, reduza o número de vagas de treinamento na sua 
conta ou peça AWS Support para aumentar sua cota.

ResourceLimitExceeded: The account-level service limit  
'ml.m5.2xlarge for training job usage' is 0 Instances, with current  
utilization of 0 Instances and a request delta of 1 Instances.  
Please contact AWS support to request an increase for this limit.

Para obter mais informações sobre cotas de trabalho de treinamento, consulte  SageMaker endpoints 
e cotas da Amazon.

Visualizações automáticas desativadas em notebooks SparkMagic

Se o seu notebook usa o SparkMagic PySpark kernel e você executa o notebook como um Notebook 
Job, você pode ver que suas visualizações automáticas estão desativadas na saída. Ativar a 
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visualização automática faz com que o kernel trave, então o executor de tarefas do notebook 
atualmente desativa as visualizações automáticas como uma solução alternativa.

Restrições e considerações

Analise as restrições a seguir para garantir que os trabalhos do notebook sejam concluídos com 
êxito. O Studio usa o Papermill para executar notebooks. Talvez seja necessário atualizar os 
notebooks Jupyter para se alinharem aos requisitos do Papermill. Também há restrições no conteúdo 
dos scripts da LCC e detalhes importantes a serem entendidos em relação à configuração da VPC.

JupyterLab versão

JupyterLab as versões 3.0 e superiores são suportadas.

Instalação de pacotes que exigem a reinicialização do kernel

O Papermill não suporta chamadas pip install para instalar pacotes que exijam a reinicialização 
do kernel. Nessa situação, use pip install em um script de inicialização. Para uma instalação 
de pacote que não exija a reinicialização do kernel, você ainda pode pip install incluí-la no 
notebook.

Nomes de kernel e idioma registrados no Jupyter

O Papermill registra um tradutor para kernels e idiomas específicos. Se você trouxer sua própria 
instância (BYOI), use um nome de kernel padrão, conforme mostrado no seguinte trecho:

papermill_translators.register("python", PythonTranslator)
papermill_translators.register("R", RTranslator)
papermill_translators.register("scala", ScalaTranslator)
papermill_translators.register("julia", JuliaTranslator)
papermill_translators.register("matlab", MatlabTranslator)
papermill_translators.register(".net-csharp", CSharpTranslator)
papermill_translators.register(".net-fsharp", FSharpTranslator)
papermill_translators.register(".net-powershell", PowershellTranslator)
papermill_translators.register("pysparkkernel", PythonTranslator)
papermill_translators.register("sparkkernel", ScalaTranslator)
papermill_translators.register("sparkrkernel", RTranslator)
papermill_translators.register("bash", BashTranslator)

Parâmetros e limites variáveis de ambiente

Parâmetros e limites variáveis de ambiente. Quando você cria seu trabalho de notebook, ele 
recebe os parâmetros e as variáveis de ambiente que você especifica. É possível passar até 100 
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parâmetros. Cada nome de parâmetro pode ter até 256 caracteres e o valor associado pode ter 
até 2500 caracteres. Se você passar variáveis de ambiente, poderá transmitir até 28 variáveis. O 
nome da variável e o valor associado podem ter até 512 caracteres. Se você precisar de mais de 28 
variáveis de ambiente, use variáveis de ambiente adicionais em um script de inicialização que não 
tenha limite no número de variáveis de ambiente que você pode usar.

Visualizando tarefas e definições de tarefas

Visualizando trabalhos e definições de trabalhos. Se você agendar o trabalho do notebook na 
interface do Studio no JupyterLab notebook, poderá visualizar os trabalhos do notebook e as 
definições do trabalho do notebook na interface do usuário do Studio. Se você agendou seu trabalho 
do notebook com o SDK do SageMaker Python, poderá visualizar somente seus trabalhos. A etapa 
do trabalho do notebook do SDK do SageMaker Python não cria definições de trabalhos. Para 
visualizar seus trabalhos, você também precisa fornecer tags adicionais à instância da etapa de 
trabalho do notebook. Para obter detalhes, consulte Visualize suas tarefas de notebook no painel da 
interface do usuário do Studio.

Imagem

Você precisa gerenciar as restrições de imagem, dependendo se você executa trabalhos de 
notebook no Studio ou a etapa de trabalho de notebook do SageMaker Python SDK em um pipeline.

Restrições de imagem para trabalhos de SageMaker notebook (Studio)

Suporte de imagem e kernel. O driver que inicia seu trabalho no notebook pressupõe o seguinte:

• Um ambiente de execução básico do Python é instalado nas imagens Studio ou bring-your-own 
(BYO) e é o padrão no shell.

• O ambiente de execução básico do Python inclui o cliente Jupyter com as especificações do kernel 
configuradas corretamente.

• O ambiente de execução básico do Python inclui a função pip para que o trabalho do notebook 
possa instalar dependências do sistema.

• Para imagens com vários ambientes, seu script de inicialização deve mudar para o ambiente 
adequado específico do kernel antes de instalar pacotes específicos do notebook. Você deve 
voltar para o ambiente de tempo de execução padrão do Python, se for diferente do ambiente de 
tempo de execução do kernel, depois de configurar o ambiente de tempo de execução do Python 
do kernel.
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O driver que inicia seu trabalho no notebook é um script bash, e o Bash v4 deve estar disponível em /
bin/bash.

Privilégios de root ativados bring-your-own-images (BYOI). Você deve ter privilégios de root em suas 
próprias imagens do Studio, seja como usuário root ou por meio de sudo acesso. Se você não for 
um usuário root, mas estiver acessando os privilégios de root por meio de sudo, use 1000/100
como o UID/GID.

Restrições de imagem para trabalhos de notebook do SageMaker Python SDK

A etapa de trabalho do notebook oferece suporte às seguintes imagens:

• SageMaker Imagens de distribuição listadas em SageMaker Imagens da Amazon disponíveis.

• Uma imagem personalizada com base nas imagens de SageMaker distribuição na lista anterior. 
Use uma imagem de SageMaker distribuição como base.

• Uma imagem personalizada (BYOI) pré-instalada com dependências de trabalho do notebook (ou 
seja,. sagemaker-headless-execution-driver Sua imagem deve atender aos seguintes requisitos:

• A imagem vem pré-instalada com dependências de trabalho do notebook.

• Um ambiente de execução básico do Python está instalado e é padrão no ambiente shell.

• O ambiente de execução básico do Python inclui o cliente Jupyter com as especificações do 
kernel configuradas corretamente.

• Você tem privilégios de root, seja como usuário root ou por meio de sudo acesso. Se você 
não for um usuário root, mas estiver acessando os privilégios de root por meio de sudo, use
1000/100 como o UID/GID.

Sub-redes da VPC usadas durante a criação de trabalhos

Se você usa uma VPC, o Studio usa suas sub-redes privadas para criar seu trabalho. Especifique de 
uma a cinco sub-redes privadas (e de 1 a 15 grupos de segurança).

Se você usa uma VPC com sub-redes privadas, deve escolher uma das seguintes opções para 
garantir que o trabalho do notebook possa se conectar a serviços ou recursos dependentes:

• Se o trabalho precisar de acesso a um serviço da AWS compatível com endpoints da VPC 
de interface, crie um endpoint para se conectar ao serviço. Para obter uma lista de serviços 
compatíveis com os endpoints de interface, consulte AWSServiços da que se integram ao AWS 
PrivateLink. Para obter informações sobre como criar um endpoint de interface da VPC, consulte
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Acessar um serviço AWS usando um endpoint de interface da VPC. No mínimo, um gateway de 
endpoint da VPC do Amazon S3 deve ser fornecido.

• Se o caderno do trabalho precisar acessar um serviço da AWS não compatível com endpoints da 
VPC de interface ou um recurso fora da AWS, crie um gateway NAT e configure seus grupos de 
segurança para permitir conexões de saída. Para obter informações sobre como configurar um 
gateway NAT para sua VPC, consulte VPC com sub-redes públicas e privadas (NAT) no Guia do 
usuário da Nuvem privada virtual da Amazon.

Limites do serviço

Como o agendador de tarefas do notebook é criado a partir dos EventBridge serviços SageMaker 
Pipelines, SageMaker Training e Amazon, seus trabalhos de notebook estão sujeitos às cotas 
específicas do serviço. Se você exceder essas cotas, poderá ver mensagens de erro relacionadas 
a esses serviços. Por exemplo, há limites para quantos pipelines você pode executar ao mesmo 
tempo e quantas regras você pode configurar para um único barramento de eventos. Para obter mais 
informações sobre SageMaker cotas, consulte Amazon SageMaker Endpoints and Quotas. Para 
obter mais informações sobre EventBridge cotas, consulte Amazon EventBridge Quotas.

Preços para trabalhos em SageMaker notebooks

Quando você agenda trabalhos em notebooks, seus notebooks Jupyter são executados em 
SageMaker instâncias de treinamento. Depois de selecionar uma imagem e um kernel no formulário
Criar trabalho, o formulário fornece uma lista dos tipos de computação disponíveis. Você é 
cobrado pelo tipo de computação escolhido, com base na duração combinada de uso de todos 
os trabalhos do notebook executados a partir da definição do trabalho. Se você não especificar 
um tipo de computação, SageMaker atribuirá a você um tipo de instância padrão do Amazon EC2 
de. ml.m5.large Para obter um detalhamento dos SageMaker preços por tipo de computação, 
consulte Amazon SageMaker Pricing.

Rastreamento SageMaker de linhagem do Amazon ML

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.
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O Amazon SageMaker ML Lineage Tracking cria e armazena informações sobre as etapas de 
um fluxo de trabalho de aprendizado de máquina (ML), desde a preparação dos dados até a 
implantação do modelo. Com as informações de monitoramento, você pode reproduzir as etapas do 
fluxo de trabalho, rastrear a linhagem do modelo e do conjunto de dados e estabelecer padrões de 
governança e auditoria do modelo.

Com o SageMaker Lineage Tracking, cientistas de dados e criadores de modelos podem fazer o 
seguinte:

• Mantenha um histórico contínuo dos experimentos de descoberta de modelos.

• Estabeleça a governança do modelo rastreando artefatos da linhagem do modelo para auditoria e 
verificação de conformidade.

O diagrama a seguir mostra um exemplo de gráfico de linhagem que a Amazon cria SageMaker 
automaticamente em um fluxo de trabalho de ML de treinamento e implantação de end-to-end 
modelos.

Tópicos

• Entidades de monitoramento de linhagem

• Amazon SageMaker — Entidades de rastreamento criadas

• Crie entidades de monitoramento manualmente

• Consultar entidades de linhagem

• Monitoramento de linhagem entre contas
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Entidades de monitoramento de linhagem

As entidades de rastreamento mantêm uma representação de todos os elementos do seu fluxo 
de trabalho end-to-end de aprendizado de máquina. Você pode usar essa representação para 
estabelecer a governança do modelo, reproduzir seu fluxo de trabalho e manter um registro do seu 
histórico de trabalho.

A Amazon cria SageMaker automaticamente entidades de rastreamento para componentes de 
teste e seus testes e experimentos associados quando você cria SageMaker trabalhos como 
trabalhos de processamento, trabalhos de treinamento e trabalhos de transformação em lote. Além 
do monitoramento automático, você também pode Crie entidades de monitoramento manualmente
modelar etapas personalizadas em seu fluxo de trabalho. Para ter mais informações, consulte
Gerencie o Machine Learning com a Amazon SageMaker Experiments.

SageMaker também cria automaticamente entidades de rastreamento para as outras etapas em um 
fluxo de trabalho para que você possa acompanhar o fluxo de trabalho de ponta a ponta. Para ter 
mais informações, consulte Amazon SageMaker — Entidades de rastreamento criadas.

Você pode criar entidades adicionais para complementar as criadas por SageMaker. Para ter mais 
informações, consulte Crie entidades de monitoramento manualmente.

SageMaker reutiliza todas as entidades existentes em vez de criar novas. Por exemplo, pode haver 
apenas um artefato com um SourceUri exclusivo.

Conceitos-chave para consultar a linhagem

• Linhagem: metadados que rastreiam as relações entre várias entidades em seus fluxos de trabalho 
de ML.

• QueryLineage— A ação de inspecionar sua linhagem e descobrir relacionamentos entre entidades.

• Entidades de linhagem: os elementos de metadados dos quais sua linhagem é composta.

• Linhagem entre contas: seu fluxo de trabalho de ML pode abranger mais de uma conta. Com 
a linhagem entre contas, você pode configurar várias contas para criar automaticamente 
associações de linhagem entre recursos de entidades compartilhadas. QueryLineage então pode 
retornar entidades até mesmo dessas contas compartilhadas.

As seguintes entidades de monitoramento estão definidas:
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Entidades do experimento

• Componente de teste: um estágio de um teste de machine learning. Inclui trabalhos de 
processamento, trabalhos de treinamento e trabalhos de transformação de lote.

• Teste: Uma combinação de componentes de teste que geralmente produz um modelo.

• Experiência: Um agrupamento de ensaios geralmente focados na solução de um caso de uso 
específico.

Entidades de linhagem

• Componente experimental: representa trabalhos de processamento, treinamento e transformação 
na linhagem. Também faz parte do gerenciamento de experimentos.

• Contexto: fornece um agrupamento lógico de outras entidades de monitoramento ou experimento. 
Conceitualmente, experimentos e ensaios são contextos. Alguns exemplos são um endpoint e um 
pacote de modelo.

• Ação: representa uma ação ou atividade. Geralmente, uma ação envolve pelo menos um artefato 
de entrada ou artefato de saída. Alguns exemplos são uma etapa do fluxo de trabalho e a 
implantação do modelo.

• Artifato: representa um objeto ou dado endereçável por URI. Um artefato geralmente é uma 
entrada ou uma saída para um componente ou ação de teste. Alguns exemplos incluem um 
conjunto de dados (URI do bucket do S3) ou uma imagem (caminho de registro do Amazon ECR).

• Associação: vincula outras entidades de monitoramento ou experimento, como uma associação 
entre a localização dos dados de treinamento e um trabalho de treinamento.

Uma associação tem uma propriedade AssociationType opcional. Os valores a seguir estão 
disponíveis junto com o uso sugerido para cada tipo. SageMaker não impõe restrições ao seu uso:

• ContributedTo: a fonte contribuiu para o destino ou participou da habilitação do destino. Por 
exemplo, os dados de treinamento contribuíram para o trabalho de treinamento.

• AssociatedWith: a fonte está conectada ao destino. Por exemplo, um fluxo de trabalho de 
aprovação está associado à implantação de um modelo.

• DerivedFrom: o destino é uma modificação da fonte. Por exemplo, uma saída resumida de 
uma entrada de canal para um trabalho de processamento é derivada das entradas originais.

• Produced: a fonte gerou o destino. Por exemplo, um trabalho de treinamento produziu um 
artefato do modelo.

• SameAs: quando a mesma entidade de linhagem é usada em contas diferentes.
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Propriedades comuns

• Tipo de propriedade

As entidades de ação, artefato e contexto têm uma propriedade de tipo, ActionType,
ArtifactType e ContextType, respectivamente. Essa propriedade é uma string personalizada 
que pode associar informações significativas à entidade e ser usada como filtro nas APIs de lista.

• Propriedade da origem

As entidades de ação, artefato e contexto têm uma propriedade Source. Essa propriedade 
fornece o URI subjacente que a entidade representa. Alguns exemplos são:

• Uma ação UpdateEndpoint em que a fonte é a EndpointArn.

• Um artefato de imagem para um trabalho de processamento em que a fonte é a ImageUri.

• Um contexto Endpoint em que a fonte é a EndpointArn.

• Propriedades de metadados

As entidades de ação e artefato têm uma propriedade Metadata opcional que pode fornecer as 
seguintes informações:

• ProjectId— Por exemplo, o ID do projeto SageMaker MLOps ao qual um modelo pertence.

• GeneratedBy— Por exemplo, a execução do SageMaker pipeline que registrou uma versão do 
pacote do modelo.

• Repository: por exemplo, o repositório que contém um algoritmo.

• CommitId: por exemplo, o ID de confirmação de uma versão do algoritmo.

Amazon SageMaker — Entidades de rastreamento criadas

A Amazon cria SageMaker automaticamente entidades de rastreamento para SageMaker trabalhos, 
modelos, pacotes de modelos e endpoints, se os dados estiverem disponíveis. Não há limite para o 
número de entidades de linhagem criadas por SageMaker.

Para obter informações sobre como você pode criar manualmente entidades de monitoramento, 
consulte Crie entidades de monitoramento manualmente.

Tópicos

• Entidades de rastreamento para SageMaker trabalhos

• Entidades de monitoramento para pacotes de modelos
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• Entidades de monitoramento para endpoints

Entidades de rastreamento para SageMaker trabalhos

SageMaker cria um componente de teste para e associado a cada SageMaker trabalho. SageMaker 
cria artefatos para rastrear os metadados do trabalho e as associações entre cada artefato e o 
trabalho.

Os artefatos são criados para as seguintes propriedades de trabalho e associados ao Amazon 
Resource Name (ARN) do SageMaker trabalho. O artefato SourceUri está listado entre 
parênteses.

Trabalho de treinamento

• A imagem de contêiner que especifica o algoritmo de treinamento (TrainingImage).

• A fonte de dados de cada canal de entrada (S3Uri).

• A localização do modelo (S3OutputPath).

• A localização dos dados do ponto de verificação pontual gerenciado (S3Uri).

Processamento de trabalho

• O contêiner a ser executado pelo trabalho de processamento (ImageUri).

• A localização dos dados para cada entrada e saída de processamento (S3Uri).

Trabalho de transformação

• A fonte de dados de entrada a ser transformada (S3Uri).

• Os resultados da transformação (S3OutputPath).

Note

Os artefatos do Amazon Simple Storage Service (Amazon S3) são rastreados com base nos 
valores de URI do Amazon S3 fornecidos à API Create, por exemplo, CreateTrainingJobe 
não na chave e nos valores de hash ou etag do Amazon S3 de cada arquivo.
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Entidades de monitoramento para pacotes de modelos

As seguintes entidades são criadas:

Pacotes de modelos

• Um contexto para cada grupo de pacotes de modelos.

• Um artefato para cada pacote de modelo.

• Uma associação entre cada artefato de pacote de modelo e o contexto de cada grupo de pacote 
de modelo ao qual o pacote pertence.

• Uma ação para a criação de uma versão de pacote de modelo.

• Uma associação entre o artefato do pacote de modelos e a ação de criação.

• Uma associação entre o artefato do pacote do modelo e o contexto de cada grupo do pacote do 
modelo ao qual o pacote pertence.

• Contêiner de inferência

• Um artefato para a imagem usada em cada contêiner definido no pacote do modelo.

• Um artefato para o modelo usado em cada contêiner.

• Uma associação entre cada artefato e o artefato do pacote de modelos.

• Algoritmos

• Um artefato para cada algoritmo definido no pacote do modelo.

• Um artefato para o modelo criado por cada algoritmo.

• Uma associação entre cada artefato e o artefato do pacote de modelos.

Entidades de monitoramento para endpoints

As seguintes entidades são criadas pela Amazon SageMaker:

Endpoints

• Um contexto para cada endpoint

• Uma ação para a implantação do modelo que criou cada endpoint

• Um artefato para cada modelo implantado no endpoint

• Um artefato para a imagem usada no modelo

• Um artefato para o pacote de modelo do modelo
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• Um artefato para cada imagem implantada no endpoint

• Uma associação entre cada artefato e a ação de implantação do modelo

Crie entidades de monitoramento manualmente

Você pode criar manualmente entidades de monitoramento para qualquer propriedade. Para obter 
informações sobre as entidades de rastreamento que a Amazon cria SageMaker automaticamente, 
consulteAmazon SageMaker — Entidades de rastreamento criadas.

É possível adicionar tags a todas as entidades, exceto às associações. As tags são pares de valores-
chave arbitrários que fornecem informações personalizadas. Você pode filtrar ou classificar uma lista 
ou consulta de pesquisa por tags. Para obter mais informações, consulte Como marcar os recursos 
da AWS no Referência geral da AWS.

Para ver um exemplo de caderno que demonstra como criar entidades de linhagem, consulte o 
caderno Amazon SageMaker Lineage no repositório de exemplos da Amazon SageMaker . GitHub

Tópicos

• Crie entidades manualmente

• Monitorar manualmente um fluxo de trabalho

• Limites

Crie entidades manualmente

O procedimento a seguir mostra como criar e associar artefatos entre um trabalho de SageMaker 
treinamento e um endpoint. Execute as seguintes etapas:

Importar entidades e associações de monitoramento

1. Importe as entidades de monitoramento de linhagem.

import sys
!{sys.executable} -m pip install -q sagemaker

from sagemaker import get_execution_role
from sagemaker.session import Session
from sagemaker.lineage import context, artifact, association, action

import boto3
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boto_session = boto3.Session(region_name=region)
sagemaker_client = boto_session.client("sagemaker")

2. Criar os artefatos de entrada e saída.

code_location_arn = artifact.Artifact.create( 
    artifact_name='source-code-location', 
    source_uri='s3://...', 
    artifact_type='code-location'
).artifact_arn

# Similar constructs for train_data_location_arn and test_data_location_arn

model_location_arn = artifact.Artifact.create( 
    artifact_name='model-location', 
    source_uri='s3://...', 
    artifact_type='model-location'
).artifact_arn

3. Treine o modelo e obtenha o trial_component_arn que representa o trabalho de 
treinamento.

4. Associe os artefatos de entrada e os artefatos de saída ao trabalho de treinamento (componente 
experimental).

input_artifacts = [code_location_arn, train_data_location_arn, 
 test_data_location_arn]
for artifact_arn in input_artifacts: 
    try: 
        association.Association.create( 
            source_arn=artifact_arn, 
            destination_arn=trial_component_arn, 
            association_type='ContributedTo' 
        ) 
    except: 
        logging.info('association between {} and {} already exists', artifact_arn, 
 trial_component_arn)

output_artifacts = [model_location_arn]
for artifact_arn in output_artifacts: 
    try: 
         association.Association.create( 
            source_arn=trial_component_arn, 
            destination_arn=artifact_arn, 
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            association_type='Produced' 
        ) 
    except: 
        logging.info('association between {} and {} already exists', artifact_arn, 
 trial_component_arn)

5. Crie o endpoint de inferência.

predictor = mnist_estimator.deploy(initial_instance_count=1, 
                                     instance_type='ml.m4.xlarge')

6. Criar o contexto do endpoint.

from sagemaker.lineage import context

endpoint = sagemaker_client.describe_endpoint(EndpointName=predictor.endpoint_name)
endpoint_arn = endpoint['EndpointArn']

endpoint_context_arn = context.Context.create( 
    context_name=predictor.endpoint_name, 
    context_type='Endpoint', 
    source_uri=endpoint_arn
).context_arn

7. Associe o trabalho de treinamento (componente experimental) e o contexto do endpoint.

association.Association.create( 
    source_arn=trial_component_arn, 
    destination_arn=endpoint_context_arn
)

Monitorar manualmente um fluxo de trabalho

Você pode acompanhar manualmente o fluxo de trabalho criado na seção anterior.

Considerando o nome do recurso da Amazon (ARN) do endpoint do exemplo anterior, o 
procedimento a seguir mostra como rastrear o fluxo de trabalho até os conjuntos de dados usados 
para treinar o modelo que foi implantado no endpoint. Execute as seguintes etapas:

Para monitorar um fluxo de trabalho do endpoint à fonte de dados de treinamento

1. Importe as entidades de monitoramento.
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import sys
!{sys.executable} -m pip install -q sagemaker

from sagemaker import get_execution_role
from sagemaker.session import Session
from sagemaker.lineage import context, artifact, association, action

import boto3
boto_session = boto3.Session(region_name=region)
sagemaker_client = boto_session.client("sagemaker")

2. Obtenha o contexto do endpoint a partir do ARN do endpoint.

endpoint_context_arn = sagemaker_client.list_contexts( 
    SourceUri=endpoint_arn)['ContextSummaries'][0]['ContextArn']

3. Obtenha o componente de teste a partir da associação entre o componente de teste e o 
contexto do endpoint.

trial_component_arn = sagemaker_client.list_associations( 
    DestinationArn=endpoint_context_arn)['AssociationSummaries'][0]['SourceArn']

4. Obtenha o artefato de localização dos dados de treinamento a partir da associação entre o 
componente de teste e o contexto do endpoint.

train_data_location_artifact_arn = sagemaker_client.list_associations( 
    DestinationArn=trial_component_arn, SourceType='Model')['AssociationSummaries']
[0]['SourceArn']

5. Obtenha a localização dos dados de treinamento a partir do artefato de localização dos dados 
de treinamento.

train_data_location = sagemaker_client.describe_artifact( 
    ArtifactArn=train_data_location_artifact_arn)['Source']['SourceUri'] 
    print(train_data_location)

Resposta:

s3://sagemaker-sample-data-us-east-2/mxnet/mnist/train
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Limites

Você pode criar uma associação entre qualquer entidade, experimento e linhagem, exceto o 
seguinte:

• Você não pode criar uma associação entre duas entidades do experimento. As entidades do 
experimento consistem em experimentos, ensaios e componentes do teste.

• Você pode criar uma associação com outra associação.

Ocorrerá um erro se você tentar criar uma entidade que já existe.

Número máximo de entidades de linhagem criadas manualmente

• Ações: 3.000

• 6.000 artefatos

• Associações: 6000

• Contextos: 500

Não há limite para o número de entidades de linhagem criadas automaticamente pela Amazon 
SageMaker.

Consultar entidades de linhagem

A Amazon gera SageMaker automaticamente gráficos de entidades de linhagem à medida que você 
as usa. Você pode consultar esses dados para responder a várias perguntas. Você pode consultar 
suas entidades de linhagem para:

• Recupere todos os conjuntos de dados usados na criação de um modelo.

• Recupere todos os trabalhos que foram usados na criação de um endpoint.

• Recupere todos os modelos que usam um conjunto de dados.

• Recupere todos os endpoints que usam um modelo.

• Recupere quais endpoints são derivados de um determinado conjunto de dados.

• Recupere a execução do pipeline que criou um trabalho de treinamento.

• Recupere as relações entre entidades para investigação, governança e reprodutibilidade.

• Recupere todos os testes posteriores que usam o artefato.
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• Recupere todos os testes iniciais que usam o artefato.

• Recupere uma lista de artefatos que usam o uri do S3 fornecido.

• Recupere artefatos upstream que usam o artefato do conjunto de dados.

• Recupere artefatos posteriores que usam o artefato do conjunto de dados.

• Recupere conjuntos de dados que usam o artefato de imagem.

• Recupere ações que usam o contexto.

• Recupere trabalhos de processamento que usam o endpoint.

• Recupere trabalhos de processamento que usam o endpoint.

• Recupere componentes de teste que usam o endpoint.

• Recupere o ARN para a execução do pipeline associado ao grupo de pacotes do modelo.

• Recupere todos os artefatos que usam a ação.

• Recupere todos os conjuntos de dados upstream que usam a ação de aprovação do pacote 
modelo.

• Recupere o pacote do modelo da ação de aprovação do pacote do modelo.

• Recupere contextos de endpoint downstream que usam o endpoint.

• Recupere o ARN para a execução do pipeline associado ao componente de teste.

• Recupere conjuntos de dados que usam o componente de teste.

• Recupere modelos que usam o componente de teste.

• Explore sua linhagem para visualização.

Limitações

• A consulta de linhagem não está disponível nas seguintes regiões:

• África (Cidade do Cabo), af-south

• Ásia-Pacífico (Jakarta), ap-southeast-3

• Ásia-Pacífico (Osaka) - ap-northeast-3

• Europa (Milão),eu-south-1

• Europa (Espanha), eu-south-2

• Israel (Tel Aviv) – il-central-1

• A profundidade máxima de relacões a serem descobertos está atualmente limitada a 10.
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• A filtragem é limitada às seguintes propriedades: data da última modificação, data de criação, tipo 
e tipo de entidade de linhagem.

Tópicos

• Conceitos básicos da consulta de entidades de linhagem

Conceitos básicos da consulta de entidades de linhagem

A maneira mais fácil de começar é por meio do:

• Amazon SageMaker SDK para Python, que definiu muitos casos de uso comuns.

• Para um notebook que demonstra como usar as APIs do SageMaker Lineage para consultar 
relacionamentos no gráfico de linhagem, consulte .ipynb. sagemaker-lineage-multihop-queries

Os exemplos a seguir mostram como usar as APIs LineageQuery e LineageFilter para criar 
consultas para responder perguntas sobre o gráfico de linhagem e extrair relacões de entidades para 
alguns casos de uso.

Example Usando a API LineageQuery para encontrar associações de entidades

from sagemaker.lineage.context import Context, EndpointContext
from sagemaker.lineage.action import Action
from sagemaker.lineage.association import Association
from sagemaker.lineage.artifact import Artifact, ModelArtifact, DatasetArtifact

from sagemaker.lineage.query import ( 
    LineageQuery, 
    LineageFilter, 
    LineageSourceEnum, 
    LineageEntityEnum, 
    LineageQueryDirectionEnum,
)
# Find the endpoint context and model artifact that should be used for the lineage 
 queries.

contexts = Context.list(source_uri=endpoint_arn)
context_name = list(contexts)[0].context_name
endpoint_context = EndpointContext.load(context_name=context_name) 
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Example Encontre todos os conjuntos de dados associados a um endpoint

# Define the LineageFilter to look for entities of type `ARTIFACT` and the source of 
 type `DATASET`.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], sources=[LineageSourceEnum.DATASET]
)

# Providing this `LineageFilter` to the `LineageQuery` constructs a query that 
 traverses through the given context `endpoint_context`
# and find all datasets.

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[endpoint_context.context_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)

# Parse through the query results to get the lineage objects corresponding to the 
 datasets
dataset_artifacts = []
for vertex in query_result.vertices: 
    dataset_artifacts.append(vertex.to_lineage_object().source.source_uri)

pp.pprint(dataset_artifacts)

Example Encontre os modelos associados a um endpoint

# Define the LineageFilter to look for entities of type `ARTIFACT` and the source of 
 type `MODEL`.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], sources=[LineageSourceEnum.MODEL]
)

# Providing this `LineageFilter` to the `LineageQuery` constructs a query that 
 traverses through the given context `endpoint_context`
# and find all datasets.

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[endpoint_context.context_arn], 
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    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)

# Parse through the query results to get the lineage objects corresponding to the model
model_artifacts = []
for vertex in query_result.vertices: 
    model_artifacts.append(vertex.to_lineage_object().source.source_uri)

# The results of the `LineageQuery` API call return the ARN of the model deployed to 
 the endpoint along with
# the S3 URI to the model.tar.gz file associated with the model
pp.pprint(model_artifacts)

Example Encontre os componentes do teste associados ao endpoint

# Define the LineageFilter to look for entities of type `TRIAL_COMPONENT` and the 
 source of type `TRAINING_JOB`.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.TRIAL_COMPONENT], 
    sources=[LineageSourceEnum.TRAINING_JOB],
)

# Providing this `LineageFilter` to the `LineageQuery` constructs a query that 
 traverses through the given context `endpoint_context`
# and find all datasets.

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[endpoint_context.context_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)

# Parse through the query results to get the ARNs of the training jobs associated with 
 this Endpoint
trial_components = []
for vertex in query_result.vertices: 
    trial_components.append(vertex.arn)

pp.pprint(trial_components)
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Example Mudando o ponto focal da linhagem

Os LineageQuery podem ser modificados para serem diferentes start_arns, o que altera o 
ponto focal da linhagem. Além disso, é LineageFilter possível usar várias fontes e entidades 
para expandir o escopo da consulta.

A seguir, usamos o modelo como ponto focal da linhagem e encontramos os endpoints e conjuntos 
de dados associados a ele.

# Get the ModelArtifact

model_artifact_summary = list(Artifact.list(source_uri=model_package_arn))[0]
model_artifact = ModelArtifact.load(artifact_arn=model_artifact_summary.artifact_arn)
query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], 
    sources=[LineageSourceEnum.ENDPOINT, LineageSourceEnum.DATASET],
)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn],  # Model is the starting artifact 
    query_filter=query_filter, 
    # Find all the entities that descend from the model, i.e. the endpoint 
    direction=LineageQueryDirectionEnum.DESCENDANTS, 
    include_edges=False,
)

associations = []
for vertex in query_result.vertices: 
    associations.append(vertex.to_lineage_object().source.source_uri)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn],  # Model is the starting artifact 
    query_filter=query_filter, 
    # Find all the entities that ascend from the model, i.e. the datasets 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)

for vertex in query_result.vertices: 
    associations.append(vertex.to_lineage_object().source.source_uri)

pp.pprint(associations)
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Example Usando LineageQueryDirectionEnum.BOTH para encontrar relacões ascendentes e 
descendentes

Quando a direção é definida como BOTH, a consulta percorre o gráfico para encontrar relações 
ascendentes e descendentes. Essa travessia ocorre não apenas no nó inicial, mas em cada nó 
visitado. Por exemplo, se um trabalho de treinamento for executado duas vezes e os dois modelos 
gerados pelo trabalho de treinamento forem implantados nos endpoints, o resultado da consulta com 
a direção definida como BOTH mostrará os dois endpoints. Isso ocorre porque a mesma imagem é 
usada para treinar e implantar o modelo. Como a imagem é comum ao modelo, o start_arn e os 
dois endpoints aparecem no resultado da consulta.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], 
    sources=[LineageSourceEnum.ENDPOINT, LineageSourceEnum.DATASET],
)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn],  # Model is the starting artifact 
    query_filter=query_filter, 
    # This specifies that the query should look for associations both ascending and 
 descending for the start 
    direction=LineageQueryDirectionEnum.BOTH, 
    include_edges=False,
)

associations = []
for vertex in query_result.vertices: 
    associations.append(vertex.to_lineage_object().source.source_uri)

pp.pprint(associations)

Example Instruções em LineageQuery - ASCENDANTS vs. DESCENDANTS

Para entender a direção no gráfico de linhagem, use o seguinte gráfico de relacões de entidades - 
Conjunto de dados -> Trabalho de treinamento -> Modelo -> Endpoint

O endpoint é descendente do modelo e o modelo é descendente do conjunto de dados. Da mesma 
forma, o modelo é um ascendente do endpoint. O parâmetro direction pode ser usado para 
especificar se a consulta deve retornar entidades descendentes ou ascendentes da entidade em
start_arns. Se o start_arns contiver um modelo e a direção for DESCENDANTS, a consulta 
retornará o endpoint. Se a direção for ASCENDANTS, a consulta retornará o conjunto de dados.
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# In this example, we'll look at the impact of specifying the direction as ASCENDANT or 
 DESCENDANT in a `LineageQuery`.

query_filter = LineageFilter( 
    entities=[LineageEntityEnum.ARTIFACT], 
    sources=[ 
        LineageSourceEnum.ENDPOINT, 
        LineageSourceEnum.MODEL, 
        LineageSourceEnum.DATASET, 
        LineageSourceEnum.TRAINING_JOB, 
    ],
)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.ASCENDANTS, 
    include_edges=False,
)

ascendant_artifacts = []

# The lineage entity returned for the Training Job is a TrialComponent which can't be 
 converted to a
# lineage object using the method `to_lineage_object()` so we extract the 
 TrialComponent ARN.
for vertex in query_result.vertices: 
    try: 
        ascendant_artifacts.append(vertex.to_lineage_object().source.source_uri) 
    except: 
        ascendant_artifacts.append(vertex.arn)

print("Ascendant artifacts : ")
pp.pprint(ascendant_artifacts)

query_result = LineageQuery(sagemaker_session).query( 
    start_arns=[model_artifact.artifact_arn], 
    query_filter=query_filter, 
    direction=LineageQueryDirectionEnum.DESCENDANTS, 
    include_edges=False,
)

descendant_artifacts = []
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for vertex in query_result.vertices: 
    try: 
        descendant_artifacts.append(vertex.to_lineage_object().source.source_uri) 
    except: 
        # Handling TrialComponents. 
        descendant_artifacts.append(vertex.arn)

print("Descendant artifacts : ")
pp.pprint(descendant_artifacts)

Example Funções auxiliares do SDK para facilitar as consultas de linhagem

As classes EndpointContext, ModelArtifact e DatasetArtifact têm funções auxiliares que 
são envolventes na API LineageQuery para facilitar o aproveitamento de determinadas consultas 
de linhagem. O exemplo a seguir mostra como usar essas funções auxiliares.

# Find all the datasets associated with this endpoint

datasets = []
dataset_artifacts = endpoint_context.dataset_artifacts()
for dataset in dataset_artifacts: 
    datasets.append(dataset.source.source_uri)
print("Datasets : ", datasets)

# Find the training jobs associated with the endpoint
training_job_artifacts = endpoint_context.training_job_arns()
training_jobs = []
for training_job in training_job_artifacts: 
    training_jobs.append(training_job)
print("Training Jobs : ", training_jobs)

# Get the ARN for the pipeline execution associated with this endpoint (if any)
pipeline_executions = endpoint_context.pipeline_execution_arn()
if pipeline_executions: 
    for pipeline in pipelines_executions: 
        print(pipeline)

# Here we use the `ModelArtifact` class to find all the datasets and endpoints 
 associated with the model

dataset_artifacts = model_artifact.dataset_artifacts()
endpoint_contexts = model_artifact.endpoint_contexts()
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datasets = [dataset.source.source_uri for dataset in dataset_artifacts]
endpoints = [endpoint.source.source_uri for endpoint in endpoint_contexts]

print("Datasets associated with this model : ")
pp.pprint(datasets)

print("Endpoints associated with this model : ")
pp.pprint(endpoints)

# Here we use the `DatasetArtifact` class to find all the endpoints hosting models that 
 were trained with a particular dataset
# Find the artifact associated with the dataset

dataset_artifact_arn = list(Artifact.list(source_uri=training_data))[0].artifact_arn
dataset_artifact = DatasetArtifact.load(artifact_arn=dataset_artifact_arn)

# Find the endpoints that used this training dataset
endpoint_contexts = dataset_artifact.endpoint_contexts()
endpoints = [endpoint.source.source_uri for endpoint in endpoint_contexts]

print("Endpoints associated with the training dataset {}".format(training_data))
pp.pprint(endpoints)

Example Obtendo uma visualização do gráfico de linhagem

Uma classe auxiliar Visualizer é fornecida no exemplo de notebook visualizer.py para ajudar 
a traçar o gráfico de linhagem. Quando a resposta da consulta é renderizada, um gráfico com as 
relações de linhagem do StartArns é exibido. A partir StartArns da visualização, mostra as 
relacões com as outras entidades de linhagem retornadas na ação da API query_lineage.

# Graph APIs
# Here we use the boto3 `query_lineage` API to generate the query response to plot.

from visualizer import Visualizer

query_response = sm_client.query_lineage( 
    StartArns=[endpoint_context.context_arn], Direction="Ascendants", IncludeEdges=True
)

viz = Visualizer()
viz.render(query_response, "Endpoint") 
         
        query_response = sm_client.query_lineage( 

Consultar entidades de linhagem 5220

https://github.com/aws/amazon-sagemaker-examples/blob/master/sagemaker-lineage/visualizer.py


Amazon SageMaker Guia do Desenvolvedor

    StartArns=[model_artifact.artifact_arn], Direction="Ascendants", IncludeEdges=True
)
viz.render(query_response, "Model")

Monitoramento de linhagem entre contas

A Amazon SageMaker oferece suporte ao rastreamento de entidades de linhagem a partir de uma 
AWS conta diferente. Outras AWS contas podem compartilhar suas entidades de linhagem com 
você e você pode acessar essas entidades de linhagem por meio de chamadas diretas de API ou 
consultas de SageMaker linhagem.

SageMaker usa AWS Resource Access Managerpara ajudá-lo a compartilhar com segurança seus 
recursos de linhagem. Você pode compartilhar seus recursos por meio do console do AWS RAM.

Configurar o monitoramento de linhagem entre contas

Você pode agrupar e compartilhar seus Entidades de monitoramento de linhagem por meio de um 
grupo de linhagem na Amazon SageMaker. SageMaker suporta somente um grupo de linhagem 
padrão por conta. SageMaker cria o grupo de linhagem padrão sempre que uma entidade de 
linhagem é criada em sua conta. Cada entidade de linhagem pertencente à sua conta é atribuída 
a esse grupo de linhagem padrão. Para compartilhar entidades de linhagem com outra conta, você 
compartilha esse grupo de linhagem padrão com essa conta.

Note

Você pode compartilhar todas as entidades de monitoramento de linhagem em um grupo de 
linhagem ou nenhuma.

Crie um compartilhamento de recursos para suas entidades de linhagem usando o console AWS 
Resource Access Manager. Para obter mais informações, consulte Compartilhar seus recursos da 
AWS no Guia do usuário do AWS Resource Access Manager.

Note

Depois que o compartilhamento de recursos for criado, poderá levar alguns minutos para 
que as associações de recursos e entidades principais sejam concluídas. Depois que a 
associação for definida, a conta compartilhada receberá um convite para ingressar no 
compartilhamento de recursos. As contas compartilhadas devem aceitar o convite para obter 
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acesso a todos os recursos compartilhados. Para obter mais informações sobre como aceitar 
um convite de compartilhamento de recursos no AWS RAM, consulte Usar recursos da AWS 
compartilhados no Guia do Usuário Acesso a recursos da AWS.

Sua política de recursos de monitoramento de linhagem entre contas

A Amazon SageMaker oferece suporte a apenas um tipo de política de recursos. A política de 
SageMaker recursos deve permitir todas as seguintes operações:

"sagemaker:DescribeAction"
"sagemaker:DescribeArtifact"
"sagemaker:DescribeContext"
"sagemaker:DescribeTrialComponent"
"sagemaker:AddAssociation"
"sagemaker:DeleteAssociation"
"sagemaker:QueryLineage"             
           

Example A seguir está uma política SageMaker de recursos criada usando AWS Resource Access 
Manager para criar um compartilhamento de recursos para um grupo de linhagem de contas.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "FullLineageAccess", 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "123456789012" #account-id 
      }, 
      "Action": [ 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeArtifact", 
        "sagemaker:DescribeContext", 
        "sagemaker:DescribeTrialComponent", 
        "sagemaker:AddAssociation", 
        "sagemaker:DeleteAssociation", 
        "sagemaker:QueryLineage" 
      ], 
      "Resource": "arn:aws:sagemaker:us-west-2:111111111111:lineage-group/sagemaker-
default-lineage-group" #Sample lineage group resource  
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    } 
  ]
}

Monitoramento de entidades de linhagem entre contas

Com o monitoramento de linhagem entre contas, você pode associar entidades de linhagem em 
contas diferentes usando a mesma ação de API AddAssociation. Ao associar duas entidades de 
linhagem, SageMaker valida se você tem permissões para realizar a ação da AddAssociation API 
em ambas as entidades de linhagem. SageMaker em seguida, estabelece a associação. Se você 
não tiver as permissões, SageMaker não cria a associação. Depois que a associação entre contas 
for estabelecida, você poderá acessar qualquer entidade de linhagem da outra por meio da ação da 
API QueryLineage. Para ter mais informações, consulte Consultar entidades de linhagem.

Além de criar SageMaker automaticamente entidades de linhagem, se você tiver acesso entre 
contas, SageMaker conecta artefatos que fazem referência ao mesmo objeto ou dados. Se os 
dados de uma conta forem usados no rastreamento de linhagem por contas diferentes, SageMaker 
criará um artefato em cada conta para rastrear esses dados. Com a linhagem entre contas, sempre 
que SageMaker cria novos artefatos, SageMaker verifica se há outros artefatos criados para os 
mesmos dados que também são compartilhados com você. SageMaker em seguida, estabelece 
associações entre o artefato recém-criado e cada um dos artefatos compartilhados com você 
com o AssociationType conjunto como. SameAs Em seguida, você pode usar a ação da
QueryLineage API para atravessar as entidades de linhagem em sua própria conta até entidades 
de linhagem compartilhadas com você, mas pertencentes a uma conta diferente AWS. Para obter 
mais informações, consulte Consultar entidades de linhagem.

Tópicos

• Acessando recursos de linhagem de uma conta diferente

• Autorização para consultar entidades de linhagem entre contas

Acessando recursos de linhagem de uma conta diferente

Depois que o acesso entre contas para compartilhar linhagem for configurado, você poderá chamar 
as seguintes ações de SageMaker API diretamente com o ARN para descrever as entidades de 
linhagem compartilhada de outra conta:

• DescribeAction

• DescribeArtifact
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• DescribeContext

• DescribeTrialComponent

Você também pode gerenciar associações para entidades de linhagem pertencentes a contas 
diferentes que são compartilhadas com você, usando as seguintes ações de SageMaker API:

• AddAssociation

• DeleteAssociation

Para um caderno que demonstra como usar as APIs do SageMaker Lineage para consultar a 
linhagem em várias contas, consulte -with-ram.ipynb. sagemaker-lineage-cross-account

Autorização para consultar entidades de linhagem entre contas

A Amazon SageMaker deve validar que você tem permissões para realizar a ação QueryLineage
da API noStartArns. Isso é aplicado por meio da política de recursos anexada ao LineageGroup. 
O resultado dessa ação inclui todas as entidades de linhagem às quais você tem acesso, sejam elas 
de propriedade da sua conta ou compartilhadas por outra conta. Para ter mais informações, consulte
Consultar entidades de linhagem.

Registrar e implantar modelos com o Registro do modelo

Com o Registro de SageMaker Modelos, você pode fazer o seguinte:

• Modelos de catálogo para produção.

• Gerencie as versões do modelo.

• Associe metadados, como métricas de treinamento, a um modelo.

• Gerenciar o status de aprovação de um modelo.

• Implante modelos na produção.

• Automatize a implantação do modelo com CI/CD.

Catalogue modelos criando grupos de SageMaker modelos de registro de modelos (Package) 
que contêm versões diferentes de um modelo. Você pode criar um grupo de modelos que rastreie 
todos os modelos que você treina para resolver um problema específico. Em seguida, você pode 
registrar cada modelo treinado e o Registro de Modelos o adiciona ao Grupo de Modelos como uma 
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nova versão do modelo. Por fim, você pode criar categorias de grupos de modelos organizando-os 
ainda mais em coleções de registro de SageMaker modelos. Um fluxo de trabalho típico pode ser 
semelhante ao seguinte:

• Crie um grupo de modelos.

• Crie um pipeline de ML que treine um modelo. Para obter informações sobre SageMaker pipelines, 
consulteCrie e gerencie SageMaker pipelines.

• Para cada execução do pipeline de ML, crie uma versão do modelo que você registra no grupo de 
modelos que você criou na primeira etapa.

• Adicione seu grupo de modelos em uma ou mais coleções de registro de modelos.

Para obter detalhes sobre como criar e trabalhar com modelos, versões de modelos e grupos de 
modelos, consulte Modelos de registro de modelos, versões de modelos e grupos de modelos. 
Opcionalmente, se você quiser agrupar ainda mais seus grupos de modelos em coleções, 
consulteColeções de Registro de Modelos.

Modelos de registro de modelos, versões de modelos e grupos de modelos

O SageMaker Model Registry é estruturado como vários grupos de modelos (Package) com pacotes 
de modelos em cada grupo. Esses grupos de modelos podem, opcionalmente, ser adicionados 
a uma ou mais coleções. Cada pacote de modelo em um grupo de modelos corresponde a um 
modelo treinado. A versão de cada pacote de modelo é um valor numérico que começa em 1 e é 
incrementado com cada novo pacote de modelo adicionado a um grupo de modelos. Por exemplo, 
se 5 pacotes de modelos forem adicionados a um grupo de modelos, as versões do pacote de 
modelos serão 1, 2, 3, 4 e 5.

Existem dois tipos de pacotes de modelos em SageMaker. Um tipo é usado no Marketplace da 
AWS e o outro é usado no Registro de Modelos. Os pacotes de modelos usados no Marketplace da 
AWS não são entidades versionáveis e não estão associados a grupos de modelos no Registro de 
modelos. Para obter mais informações sobre pacotes de modelos usados no Marketplace da AWS, 
consulte Vender algoritmos e pacotes de modelos no AWS Marketplace.

Os pacotes de modelos usados no Registro de Modelos são versionados e devem estar 
associados a um Grupo de Modelos. O ARN desse tipo de pacote de modelo tem a estrutura:
'arn:aws:sagemaker:region:account:model-package-group/version'

Os tópicos a seguir mostram como criar e trabalhar com modelos, versões de modelos e grupos de 
modelos no Registro de modelos.
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Tópicos

• Criar um grupo de modelos

• Excluir um grupo de modelos

• Registrar uma versão do modelo

• Exibir grupos e versões de modelos

• Visualizar os detalhes de uma versão do modelo

• Comparar versões do modelo

• Exibir e gerenciar grupos de modelos e tags de versão do modelo

• Compartilhe modelos com usuários do SageMaker Canvas

• Excluir uma versão do modelo

• Atualizar o status da aprovação de um modelo

• Implantar um modelo a partir do Registro

• Exibir o histórico de implantações de um modelo

Criar um grupo de modelos

Um grupo de modelos contém um grupo de modelos com versão. Crie um grupo de modelos usando 
o console do Amazon Studio AWS SDK for Python (Boto3) ou o console do Amazon SageMaker 
Studio.

Criar um grupo de modelo (Boto3)

Para criar um grupo de modelos usando o Boto3, chame a operação da
create_model_package_group API e especifique um nome e uma descrição como 
parâmetros. O exemplo a seguir mostra como criar um Grupo de modelos. A resposta da chamada
create_model_package_group é o Nome do recurso da Amazon (ARN) do novo grupo modelo.

Primeiro, importe os pacotes necessários e configure o cliente SageMaker Boto3.

import time
import os
from sagemaker import get_execution_role, session
import boto3

region = boto3.Session().region_name

role = get_execution_role()
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sm_client = boto3.client('sagemaker', region_name=region)

Agora crie o Grupo de modelos.

import time
model_package_group_name = "scikit-iris-detector-" + str(round(time.time()))
model_package_group_input_dict = { 
 "ModelPackageGroupName" : model_package_group_name, 
 "ModelPackageGroupDescription" : "Sample model package group"
}

create_model_package_group_response = 
 sm_client.create_model_package_group(**model_package_group_input_dict)
print('ModelPackageGroup Arn : 
 {}'.format(create_model_package_group_response['ModelPackageGroupArn']))

Criar um grupo de modelos (console)

Para criar um grupo de modelos no console do Amazon SageMaker Studio, conclua as etapas a 
seguir com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Escolha Registrar e, em seguida, escolha Grupo de modelos.

6. Na caixa de diálogo Registrar grupo de modelos, insira as seguintes informações:

• O nome do novo grupo de modelos no campo Nome do grupo de modelos.

• (Opcional) Uma descrição para o grupo de modelos no campo Descrição.

• (Opcional) Qualquer par de valores-chave que você deseja associar ao Grupo de modelos 
no campo Tags. Para obter mais informações sobre o uso de tags, consulte Marcar 
recursos da AWS no Guia da Referência geral da AWS.

7. Escolha Registrar grupo de modelos.
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8. (Opcional) Na página Modelos, escolha a guia Modelos registrados e, em seguida, escolha
Grupos de modelos. Confirme se seu grupo de modelos recém-criado aparece na lista de 
grupos de modelos.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Selecione Ações e selecione Criar grupo de modelos.

5. Na caixa de diálogo Criar grupo de modelos, insira as informações a seguir:

• Insira o nome do novo grupo de modelos no campo Nome do grupo de modelos.

• (Opcional) Insira uma descrição no campo Descrição do Grupo de modelos.

• (Opcional) Insira os pares de valores-chave que você queira associar ao Grupo de 
modelos no campo Tags. Para obter mais informações sobre o uso de tags, consulte
Marcar recursos da AWS no Guia da Referência geral da AWS.

• (Opcional) Escolha um projeto ao qual associar o Grupo de modelos no campo Projeto. 
Para obter informações sobre projetos, consulte Automatize MLOPs com projetos 
SageMaker .

6. Escolha Criar grupo de modelo.

Excluir um grupo de modelos

Esse procedimento demonstra como excluir um grupo de modelos no console do Amazon 
SageMaker Studio.

Excluir um grupo de modelos (console)

Important

Você só pode excluir um grupo de modelos vazio. Antes de excluir seu grupo de modelos, 
remova suas versões de modelo, se houver.
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Para excluir um grupo de modelos no console do Amazon SageMaker Studio, conclua as etapas a 
seguir com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Na lista de grupos de modelos, marque a caixa de seleção ao lado do nome do grupo de 
modelos que você deseja excluir.

6. Escolha a elipse vertical acima do canto superior direito da lista de grupos de modelos e 
escolha Excluir.

7. Na caixa de diálogo Excluir grupo de modelos, escolha Sim, excluir o grupo de modelos.

8. Escolha Excluir.

9. Confirme se seus grupos de modelos excluídos não aparecem mais na sua lista de grupos 
de modelos.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo. Uma lista dos seus grupos de modelos 
é exibida.

4. Na lista de grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
excluir.

5. No canto superior direito, escolha Remover.

6. No diálogo de confirmação, insira REMOVE.

7. Escolha Remover.
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Registrar uma versão do modelo

Você pode registrar um SageMaker modelo da Amazon criando uma versão do modelo que 
especifica o grupo de modelos ao qual ele pertence. Uma versão do modelo deve incluir os artefatos 
do modelo (os pesos treinados de um modelo) e o código de inferência do modelo.

Um pipeline de inferência é um SageMaker modelo composto por uma sequência linear de dois 
a quinze contêineres que processam solicitações de inferência. Você registra um pipeline de 
inferência especificando os contêineres e as variáveis de ambiente associadas. Para obter mais 
informações sobre os pipelines de inferência, consulte Hospede modelos junto com a lógica de pré-
processamento como pipeline de inferência serial atrás de um endpoint.

Você pode registrar um modelo com um pipeline de inferência especificando os contêineres e as 
variáveis de ambiente associadas. Para criar uma versão do modelo com um pipeline de inferência 
usando o AWS SDK for Python (Boto3) console do Amazon SageMaker Studio ou criando uma etapa 
em um pipeline de criação de SageMaker modelos, use as etapas a seguir.

Tópicos

• Registrar uma versão do modelo (SageMakerPipelines)

• Registrar uma versão do modelo (Boto3)

• Registrar uma versão do modelo (console)

• Registrar uma versão do modelo de uma conta diferente

Registrar uma versão do modelo (SageMakerPipelines)

Para registrar uma versão do modelo usando um pipeline de construção de SageMaker modelos, crie 
uma RegisterModel etapa no seu pipeline. Para obter mais informações sobre a criação de uma 
etapa RegisterModel de um pipeline, consulte Etapa 8: Definir uma RegisterModel etapa para 
criar um Model Package.

Registrar uma versão do modelo (Boto3)

Para registrar uma versão do modelo usando o Boto3, chame a operação da
create_model_package API.

Primeiro, você configura o dicionário de parâmetros para passar para a operação
create_model_package da API.

Modelos, versões de modelos e grupos de modelos 5230



Amazon SageMaker Guia do Desenvolvedor

# Specify the model source
model_url = "s3://your-bucket-name/model.tar.gz"

modelpackage_inference_specification =  { 
    "InferenceSpecification": { 
      "Containers": [ 
         { 
            "Image": '257758044811.dkr.ecr.us-east-2.amazonaws.com/sagemaker-
xgboost:1.2-1', 
     "ModelDataUrl": model_url 
         } 
      ], 
      "SupportedContentTypes": [ "text/csv" ], 
      "SupportedResponseMIMETypes": [ "text/csv" ], 
   } 
 }

# Alternatively, you can specify the model source like this:
# modelpackage_inference_specification["InferenceSpecification"]["Containers"][0]
["ModelDataUrl"]=model_url

create_model_package_input_dict = { 
    "ModelPackageGroupName" : model_package_group_name, 
    "ModelPackageDescription" : "Model to detect 3 different types of irises (Setosa, 
 Versicolour, and Virginica)", 
    "ModelApprovalStatus" : "PendingManualApproval"
}
create_model_package_input_dict.update(modelpackage_inference_specification)

Em seguida, você chama a operação da create_model_package API, passando o dicionário de 
parâmetros que você acabou de configurar.

create_model_package_response = 
 sm_client.create_model_package(**create_model_package_input_dict)
model_package_arn = create_model_package_response["ModelPackageArn"]
print('ModelPackage Version ARN : {}'.format(model_package_arn))

Registrar uma versão do modelo (console)

Para registrar uma versão do modelo no console do Amazon SageMaker Studio, conclua as etapas a 
seguir com base no uso do Studio ou do Studio Classic.
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Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos no menu.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Escolha Registrar e, em seguida, escolha Versão do modelo.

6. No formulário Registrar versão do modelo, insira as seguintes informações:

• No menu suspenso Nome do grupo de modelos, selecione o nome do grupo de modelos 
ao qual sua versão pertence.

• (Opcional) Insira uma descrição para sua versão do modelo.

• No menu suspenso Status da aprovação do modelo, selecione o status da aprovação da 
versão.

• (Opcional) No campo Metadados personalizados, escolha + Adicionar novo e adicione tags 
personalizadas como pares de valores-chave.

7. Escolha Próximo.

8. No formulário Especificação de inferência, insira as seguintes informações:

• Em Localização da imagem de inferência (ECR), insira a localização da imagem de 
inferência do ECR.

• Em Model artefact location (S3), insira a localização do bucket Amazon S3 dos artefatos de 
dados do modelo.

• Para especificar e inserir configurações de dados ou variáveis de ambiente, escolha
Configuração adicional e insira essas informações.

• Para adicionar mais contêineres, escolha + Adicionar contêiner.

• Em Tipo de instância de inferência em tempo real, insira o tipo de instância a ser usado 
para inferência em tempo real.

• Em Tipo de instância de inferência de transformação, insira o tipo de instância a ser usado 
para transformações em lote.

• Em Tipos de conteúdo compatíveis, insira seus tipos MIME de entrada.

• Em Tipos de conteúdo de resposta compatíveis, insira seus tipos MIME de saída.
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9. Escolha Próximo.

10. No formulário opcional de recomendação de inferência, insira as seguintes informações:

• Em Problema comercial, escolha o aplicativo que se aplica ao seu modelo.

• Em Tarefa, escolha o tipo de problema que se aplica ao seu modelo.

• Para o endereço do bucket do S3, insira a localização do bucket do Amazon S3 da carga 
útil da sua amostra.

• Para o primeiro contêiner, insira as seguintes informações:

• Em Nome do modelo, insira o nome do modelo usado nos zoológicos modelo.

• Para Framework, escolha uma estrutura.

• Em Versão do Framework, insira uma versão do framework.

• Repita a etapa anterior para todos os contêineres.

11. Escolha Próximo.

12. Marque a caixa de seleção ao lado de uma ou mais das métricas do modelo exibidas.

13. Escolha Próximo.

14. Verifique se as configurações exibidas estão corretas e escolha Registrar versão do modelo. 
Se, posteriormente, você vir uma janela modal com uma mensagem de erro, escolha Exibir
(ao lado da mensagem) para visualizar a origem do erro.

15. Confirme se a nova versão do modelo aparece na página do grupo de modelos principais.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Abra o formulário Registrar versão. É possível fazer isso de duas formas:

• Escolha Ações e, em seguida, escolha Criar versão do modelo.

• Selecione o nome do grupo de modelos para o qual você deseja criar uma versão do 
modelo e escolha Criar versão do modelo.

5. No formulário Registrar versão do modelo, insira as seguintes informações:
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• No menu suspenso Nome do grupo de pacotes de modelos, selecione o nome do grupo de 
modelos.

• (Opcional) Insira uma descrição para sua versão do modelo.

• No menu suspenso Status da aprovação do modelo, selecione o status da aprovação da 
versão.

• (Opcional) No campo Metadados personalizados, adicione tags personalizadas como 
pares de valores-chave.

6. Escolha Próximo.

7. No formulário Especificação de inferência, insira as seguintes informações:

• Insira o local da sua imagem de inferência.

• Insira o local do artefato de dados do modelo.

• (Opcional) Insira informações sobre imagens a serem usadas em trabalhos de 
transformação e inferência em tempo real, além dos tipos de MIME de entrada e saída 
compatíveis.

8. Escolha Próximo.

9. (Opcional) Forneça detalhes para ajudar nas recomendações de endpoints.

10. Escolha Próximo.

11. (Opcional) Escolha as métricas do modelo que você deseja incluir.

12. Escolha Próximo.

13. Verifique se as configurações exibidas estão corretas e escolha Registrar versão do modelo. 
Se, posteriormente, você vir uma janela modal com uma mensagem de erro, escolha Exibir
(ao lado da mensagem) para visualizar a origem do erro.

14. Confirme se a nova versão do modelo aparece na página do grupo de modelos principais.

Registrar uma versão do modelo de uma conta diferente

Para registrar versões do modelo com um grupo de modelos criado por uma conta da AWS diferente, 
você deve adicionar uma política de AWS Identity and Access Management recursos entre contas 
para habilitar essa conta. Por exemplo, uma conta da AWS em sua organização é responsável 
pelos modelos de treinamento e uma conta diferente é responsável por gerenciar, implantar e 
atualizar modelos. Você cria políticas de recursos do IAM e aplica as políticas ao recurso de contas 
específicas ao qual deseja conceder acesso para esse caso. Para obter mais informações sobre 
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políticas de recursos entre contas na AWS, consulte Lógica de avaliação de políticas entre contas no
Guia do usuário do AWS Identity and Access Management.

Note

Você também deve usar uma chave do KMS para criptografar a ação de configurar dados de 
saída durante o treinamento para implantação do modelo entre contas.

Para habilitar o registro do modelo entre contas em SageMaker, você precisa fornecer uma política 
de recursos entre contas para o grupo de modelos que contém as versões do modelo. Veja a seguir 
um exemplo que cria políticas entre contas para o Grupo de Modelos e aplica essas políticas a esse 
recurso específico.

A configuração a seguir deve ser definida na conta de origem, que registra modelos entre contas em 
um grupo de modelos. Neste exemplo, a conta de origem é a conta de treinamento de modelos que 
treinará e, em seguida, registrará o modelo entre contas no Registro do Modelo da conta do Registro 
do Modelo.

O exemplo pressupõe que você tenha definido anteriormente as seguintes variáveis:

• sm_client— Um cliente SageMaker Boto3.

• model_package_group_name— O grupo de modelos ao qual você deseja conceder acesso.

• model_package_group_arn— O ARN do grupo de modelos ao qual você deseja conceder 
acesso entre contas.

• bucket— O bucket do Amazon S3 onde os artefatos de treinamento do modelo são 
armazenados.

Para poder implantar um modelo criado em uma conta diferente, o usuário deve ter 
uma função que tenha acesso às SageMaker ações, como uma função com a política
AmazonSageMakerFullAccess gerenciada. Para obter informações sobre as políticas gerenciadas 
do SageMaker , consulte AWSPolíticas gerenciadas para a Amazon SageMaker.

Políticas de recursos do IAM obrigatórias

O diagrama a seguir captura as políticas necessárias para permitir o registro do modelo entre contas. 
Conforme mostrado, essas políticas precisam estar ativas durante o treinamento do modelo para 
registrar adequadamente o modelo na conta do Registro de Modelos.
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O Amazon ECR, o Amazon S3 AWS KMS e as políticas são demonstradas nos seguintes exemplos 
de código.

Exemplo de política do Amazon ECR

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AddPerm", 
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      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::{model_registry_account}:root" 
      }, 
      "Action": [ 
        "ecr:BatchGetImage", 
        "ecr:Describe*" 
      ] 
    } 
  ]
}

Exemplo de política do Amazon S3

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AddPerm", 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::{model_registry_account}:root" 
      }, 
      "Action": [ 
        "s3:GetObject", 
        "s3:GetBucketAcl", 
        "s3:GetObjectAcl" 
      ], 
      "Resource": "arn:aws:s3:::{bucket}/*" 
    } 
  ]
}

Exemplo da política do AWS KMS

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AddPerm", 
      "Effect": "Allow", 
      "Principal": { 
        "AWS": "arn:aws:iam::{model_registry_account}:root" 
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      }, 
      "Action": [ 
        "kms:Decrypt", 
        "kms:GenerateDataKey*" 
      ], 
      "Resource": "*" 
    } 
  ]
}

Aplicar políticas de recursos às contas

A configuração de política a seguir aplica as políticas abordadas na seção anterior e deve ser 
colocada na conta de treinamento de modelos.

import json

# The Model Registry account id of the Model Group  
model_registry_account = "111111111111"

# The model training account id where training happens
model_training_account = "222222222222"

# 1. Create a policy for access to the ECR repository  
# in the model training account for the Model Registry account Model Group
ecr_repository_policy = {"Version": "2012-10-17", 
    "Statement": [{"Sid": "AddPerm", 
        "Effect": "Allow", 
        "Principal": { 
          "AWS": f"arn:aws:iam::{model_registry_account}:root" 
        }, 
        "Action": [ 
          "ecr:BatchGetImage", 
          "ecr:Describe*" 
        ] 
    }]
}

# Convert the ECR policy from JSON dict to string
ecr_repository_policy = json.dumps(ecr_repository_policy)

# Set the new ECR policy
ecr = boto3.client('ecr')
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response = ecr.set_repository_policy( 
    registryId = model_training_account, 
    repositoryName = "decision-trees-sample", 
    policyText = ecr_repository_policy
)

# 2. Create a policy in the model training account for access to the S3 bucket  
# where the model is present in the Model Registry account Model Group
bucket_policy = {"Version": "2012-10-17", 
    "Statement": [{"Sid": "AddPerm", 
        "Effect": "Allow", 
        "Principal": {"AWS": f"arn:aws:iam::{model_registry_account}:root" 
        }, 
        "Action": [ 
          "s3:GetObject", 
          "s3:GetBucketAcl", 
          "s3:GetObjectAcl" 
        ], 
        "Resource": "arn:aws:s3:::{bucket}/*" 
    }]
}

# Convert the S3 policy from JSON dict to string
bucket_policy = json.dumps(bucket_policy)

# Set the new bucket policy
s3 = boto3.client("s3")
response = s3.put_bucket_policy( 
    Bucket = bucket, 
    Policy = bucket_policy)

# 3. Create the KMS grant for the key used during training for encryption
# in the model training account to the Model Registry account Model Group
client = boto3.client("kms")

response = client.create_grant( 
    GranteePrincipal=model_registry_account, 
    KeyId=kms_key_id 
    Operations=[ 
        "Decrypt", 
        "GenerateDataKey", 
    ],
)
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A configuração a seguir precisa ser colocada na conta do Registro do Modelo em que o Grupo de 
Modelos existe.

# The Model Registry account id of the Model Group  
model_registry_account = "111111111111"

# 1. Create policy to allow the model training account to access the ModelPackageGroup
model_package_group_policy = {"Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AddPermModelPackageVersion", 
            "Effect": "Allow", 
            "Principal": {"AWS": f"arn:aws:iam::{model_training_account}:root"}, 
            "Action": ["sagemaker:CreateModelPackage"], 
            "Resource": f"arn:aws:sagemaker:{region}:{model_registry_account}:model-
package/{model_package_group_name}/*" 
        } 
    ]
}

# Convert the policy from JSON dict to string
model_package_group_policy = json.dumps(model_package_group_policy)

# Set the new policy
response = sm_client.put_model_package_group_policy( 
    ModelPackageGroupName = model_package_group_name, 
    ResourcePolicy = model_package_group_policy) 

             

Por fim, use a ação create_model_package a partir da conta de treinamento de modelos para 
registrar o pacote de modelos entre contas.

# Specify the model source
model_url = "s3://{bucket}/model.tar.gz"

#Set up the parameter dictionary to pass to the create_model_package API operation
modelpackage_inference_specification =  { 
    "InferenceSpecification": { 
        "Containers": [ 
            { 
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                "Image": f"{model_training_account}.dkr.ecr.us-east-2.amazonaws.com/
decision-trees-sample:latest", 
                "ModelDataUrl": model_url 
            } 
        ], 
        "SupportedContentTypes": [ "text/csv" ], 
        "SupportedResponseMIMETypes": [ "text/csv" ], 
    }
}

# Alternatively, you can specify the model source like this:
# modelpackage_inference_specification["InferenceSpecification"]["Containers"][0]
["ModelDataUrl"]=model_url

create_model_package_input_dict = { 
    "ModelPackageGroupName" : model_package_group_arn, 
    "ModelPackageDescription" : "Model to detect 3 different types of irises (Setosa, 
 Versicolour, and Virginica)", 
    "ModelApprovalStatus" : "PendingManualApproval"
}
create_model_package_input_dict.update(modelpackage_inference_specification)

# Create the model package in the Model Registry account
create_model_package_response = 
 sm_client.create_model_package(**create_model_package_input_dict)
model_package_arn = create_model_package_response["ModelPackageArn"]
print('ModelPackage Version ARN : {}'.format(model_package_arn))

Exibir grupos e versões de modelos

Versões e grupos de modelos ajudam você a organizar seus modelos. Você pode ver uma lista das 
versões do modelo em um grupo de modelos usando o console AWS SDK for Python (Boto3) (Boto3) 
ou o console do Amazon SageMaker Studio.

Visualizar uma lista das versões do modelo em um grupo

Você pode visualizar todas as versões do modelo associadas a um grupo de modelos. Se um grupo 
de modelos representar todos os modelos que você treina para resolver um problema específico de 
ML, você poderá visualizar todos esses modelos relacionados.
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Visualizar uma lista das versões do modelo em um grupo (Boto3)

Para visualizar as versões do modelo associadas a um grupo de modelos usando o Boto3, chame a 
operação da list_model_packages API e transmita o nome do grupo de modelos como o valor 
do ModelPackageGroupName parâmetro. O código a seguir lista as versões do modelo associadas 
ao grupo de modelos que você criouCriar um grupo de modelo (Boto3).

sm_client.list_model_packages(ModelPackageGroupName=model_package_group_name)

Exibir uma lista de versões do modelo em um grupo (console)

Para ver uma lista das versões do modelo em um grupo de modelos no console do Amazon 
SageMaker Studio, conclua as etapas a seguir com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos no menu.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Na lista de grupos de modelos, escolha o colchete angular à esquerda do grupo de modelos 
que você deseja visualizar.

6. Uma lista das versões do modelo no grupo de modelos é exibida.

7. (Opcional) Escolha Exibir tudo, se exibido, para ver versões adicionais do modelo.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
visualizar.
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5. Uma nova guia aparece com uma lista das versões do modelo no Grupo de modelos.

Visualizar os detalhes de uma versão do modelo

Você pode ver detalhes de uma versão específica do modelo usando o console AWS SDK for Python 
(Boto3) ou o Amazon SageMaker Studio.

Visualizar os detalhes de uma versão do modelo (Boto3)

Para visualizar os detalhes de uma versão do modelo usando o Boto3, conclua as etapas a seguir.

1. Chame a operação list_model_packages da API para ver as versões do modelo em um 
grupo de modelos.

sm_client.list_model_packages(ModelPackageGroupName="ModelGroup1")

A resposta é uma lista de resumos de pacotes de modelos. Você pode obter o nome do recurso 
da Amazon (ARN) das versões do modelo nesta lista.

{'ModelPackageSummaryList': [{'ModelPackageGroupName': 
 'AbaloneMPG-16039329888329896', 
   'ModelPackageVersion': 1, 
   'ModelPackageArn': 'arn:aws:sagemaker:us-east-2:123456789012:model-package/
ModelGroup1/1', 
   'ModelPackageDescription': 'TestMe', 
   'CreationTime': datetime.datetime(2020, 10, 29, 1, 27, 46, 46000, 
 tzinfo=tzlocal()), 
   'ModelPackageStatus': 'Completed', 
   'ModelApprovalStatus': 'Approved'}], 
 'ResponseMetadata': {'RequestId': '12345678-abcd-1234-abcd-aabbccddeeff', 
  'HTTPStatusCode': 200, 
  'HTTPHeaders': {'x-amzn-requestid': '12345678-abcd-1234-abcd-aabbccddeeff', 
   'content-type': 'application/x-amz-json-1.1', 
   'content-length': '349', 
   'date': 'Mon, 23 Nov 2020 04:56:50 GMT'}, 
  'RetryAttempts': 0}}

2. Chame describe_model_package para ver os detalhes da versão do modelo. Você 
passa o ARN de uma versão do modelo para a qual você obteve na saída da chamada para
list_model_packages.
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sm_client.describe_model_package(ModelPackageName="arn:aws:sagemaker:us-
east-2:123456789012:model-package/ModelGroup1/1")

A saída dessa chamada é um objeto JSON com os detalhes da versão do modelo.

{'ModelPackageGroupName': 'ModelGroup1', 
 'ModelPackageVersion': 1, 
 'ModelPackageArn': 'arn:aws:sagemaker:us-east-2:123456789012:model-package/
ModelGroup/1', 
 'ModelPackageDescription': 'Test Model', 
 'CreationTime': datetime.datetime(2020, 10, 29, 1, 27, 46, 46000, 
 tzinfo=tzlocal()), 
 'InferenceSpecification': {'Containers': [{'Image': '257758044811.dkr.ecr.us-
east-2.amazonaws.com/sagemaker-xgboost:1.0-1-cpu-py3', 
    'ImageDigest': 
 'sha256:99fa602cff19aee33297a5926f8497ca7bcd2a391b7d600300204eef803bca66', 
    'ModelDataUrl': 's3://sagemaker-us-east-2-123456789012/ModelGroup1/
pipelines-0gdonccek7o9-AbaloneTrain-stmiylhtIR/output/model.tar.gz'}], 
  'SupportedTransformInstanceTypes': ['ml.m5.xlarge'], 
  'SupportedRealtimeInferenceInstanceTypes': ['ml.t2.medium', 'ml.m5.xlarge'], 
  'SupportedContentTypes': ['text/csv'], 
  'SupportedResponseMIMETypes': ['text/csv']}, 
 'ModelPackageStatus': 'Completed', 
 'ModelPackageStatusDetails': {'ValidationStatuses': [], 
  'ImageScanStatuses': []}, 
 'CertifyForMarketplace': False, 
 'ModelApprovalStatus': 'PendingManualApproval', 
 'LastModifiedTime': datetime.datetime(2020, 10, 29, 1, 28, 0, 438000, 
 tzinfo=tzlocal()), 
 'ResponseMetadata': {'RequestId': '12345678-abcd-1234-abcd-aabbccddeeff', 
  'HTTPStatusCode': 200, 
  'HTTPHeaders': {'x-amzn-requestid': '212345678-abcd-1234-abcd-aabbccddeeff', 
   'content-type': 'application/x-amz-json-1.1', 
   'content-length': '1038', 
   'date': 'Mon, 23 Nov 2020 04:59:38 GMT'}, 
  'RetryAttempts': 0}}
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Exibir os detalhes de uma versão do modelo (console)

Para ver os detalhes de uma versão do modelo no console do Amazon SageMaker Studio, conclua 
as etapas a seguir com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos no menu.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Selecione o nome do grupo de modelos que contém a versão do modelo a ser visualizada.

6. Na lista de versões do modelo, selecione a versão do modelo a ser visualizada.

7. Para ver detalhes relacionados ao treinamento do modelo, escolha o botão de rádio 
Treinamento. Para ver detalhes relacionados à inferência, escolha o botão de opção
Inferência.

As guias a seguir incluem os detalhes relacionados ao treinamento de modelos:

• Desempenho: medidas estatísticas para avaliar o desempenho do modelo, como erro 
médio relativo (RME).

• Avaliação: gráficos e métricas para descrever o viés e a explicabilidade.

• Associações: os recursos derivados, derivados ou associados à versão do modelo.

• Atividade: as ações que você executou com a versão do modelo, como aprovação.

• Tags: as tags que pertencem à versão do modelo.

• Metadados: as informações do ARN para a versão do modelo e as funções associadas de 
Identity and Access Management (IAM).

As guias a seguir incluem detalhes relacionados à inferência do modelo:

• Instâncias: as instâncias nas quais seu modelo é implantado.

• Metadados: os contêineres que executam inferência com seu modelo.
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Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
visualizar.

5. Uma nova guia aparece com uma lista das versões do modelo no Grupo de modelos.

6. Na lista de versões do modelo, selecione o nome da versão do modelo cujos detalhes você 
deseja visualizar.

7. Na guia da versão do modelo que se abre, escolha uma das opções a seguir para ver 
detalhes sobre a versão do modelo:

• Atividade: mostra eventos da versão do modelo, como atualizações de status da 
aprovação.

• Qualidade do modelo: relata métricas relacionadas às verificações de qualidade do modelo 
do Model Monitor, que comparam as previsões do modelo com o Ground Truth. Para obter 
mais informações sobre as verificações de qualidade do modelo Model Monitor, consulte
Monitorar a qualidade do modelo.

• Explicabilidade: relata métricas relacionadas às verificações de atributo de recursos do 
Model Monitor, que comparam as classificações relativas de seus recursos nos dados de 
treinamento com os dados ao vivo. Para obter mais informações sobre as explicabilidade 
do modelo Model Monitor, consulte Monitorar o desvio de atribuição de recursos para 
modelos em produção.

• Desvio: relata métricas relacionadas às verificações de desvio de polarização do Model 
Monitor, que comparam a distribuição de dados ao vivo com os dados de treinamento. 
Para obter mais informações sobre as verificações de desvio de polarização do Model 
Monitor, consulte Monitorar o desvio de polarização para modelos em produção.

• Recomendador de inferência: fornece recomendações iniciais de instância para otimizar o 
desempenho baseado em seu modelo e exemplo de carga.

• Teste de carga: executa testes de carga em todos os tipos de instância de sua escolha 
quando você fornece seus requisitos de produção específicos, como restrições de latência 
e taxa de transferência.
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• Especificação de inferência: exibe tipos de instância para seus trabalhos de transformação 
e inferência em tempo real, e informações sobre seus contêineres do Amazon ECR.

• Informações: mostra informações como o projeto ao qual a versão do modelo está 
associada, o pipeline que gerou o modelo, o grupo de modelos e o local do modelo no 
Amazon S3.

Comparar versões do modelo

Ao gerar versões do modelo, talvez você queira comparar as versões dos modelos visualizando as 
métricas relevantes de qualidade do modelo side-by-side. Por exemplo, talvez você queira monitorar 
a precisão comparando os valores do erro quadrático médio (MSE) ou pode decidir remover modelos 
com performance insatisfatória em medidas selecionadas. O procedimento a seguir mostra como 
configurar a comparação da versão do modelo no Registro de modelos usando o console do Amazon 
SageMaker Studio Classic.

Compare as versões do modelo (Amazon SageMaker Studio Classic)

Note

Você só pode comparar as versões do modelo no console Amazon SageMaker Studio 
Classic.

Para comparar as versões do modelo em um grupo de modelos, conclua as seguintes etapas:

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
visualizar. Uma nova guia é aberta com uma lista das versões do modelo no Grupo de modelos.

5. Na lista de versões do modelo, marque as caixas ao lado das versões do modelo que você 
deseja comparar.

6. Escolha o menu suspenso Ações e escolha Comparar. Uma listagem das métricas de qualidade 
do modelo aparece para os modelos selecionados.
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Exibir e gerenciar grupos de modelos e tags de versão do modelo

O Model Registry ajuda você a visualizar e gerenciar tags relacionadas aos seus grupos de modelos. 
Você pode usar tags para categorizar grupos de modelos por finalidade, proprietário, ambiente ou 
outros critérios. As instruções a seguir mostram como visualizar, adicionar, excluir e editar suas tags 
no console do Amazon SageMaker Studio.

Visualize e gerencie tags de grupos de modelos

Studio

Para visualizar uma tag de grupo de modelos, conclua as seguintes etapas:

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos para exibir uma lista dos seus grupos 
de modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Na lista de grupos de modelos, selecione o nome do grupo de modelos que você deseja 
visualizar.

6. Na página do grupo de modelos, escolha a guia Tags. Veja as tags associadas ao seu grupo 
de modelos.

Para adicionar uma tag de grupo de modelos, conclua as seguintes etapas:

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos para exibir uma lista dos seus grupos 
de modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Na lista de Grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
editar.
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6. Na página do grupo de modelos, escolha a guia Tags.

7. Escolha Adicionar/editar tags.

8. Acima de + Adicionar nova tag, insira sua nova chave no campo Chave em branco.

9. (Opcional) Insira seu novo valor no campo Valor em branco.

10. Escolha Confirmar alterações.

11. Confirme se sua nova tag aparece na seção Tags da página Informações.

Para excluir uma tag de grupo de modelos, conclua as seguintes etapas:

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos para exibir uma lista dos seus grupos 
de modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Na lista de Grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
editar.

6. Na página do grupo de modelos, escolha a guia Tags.

7. Escolha Adicionar/editar tags.

8. Escolha o ícone Lixeira ao lado do par de valores-chave que você deseja remover.

9. Escolha Confirmar alterações.

Para editar uma tag de grupo de modelos, conclua as seguintes etapas:

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos para exibir uma lista dos seus grupos 
de modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.
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5. Na lista de Grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
editar.

6. Na página do grupo de modelos, escolha a guia Tags.

7. Escolha Adicionar/editar tags.

8. Insira um novo valor no campo Valor do par de chaves que você deseja editar.

9. Escolha Confirmar alterações.

Studio Classic

Para visualizar uma tag de grupo de modelos, conclua as seguintes etapas:

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de Grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
editar.

5. Escolha Informações.

6. Veja suas tags na seção Tags da página de informações.

Para adicionar uma tag de grupo de modelos, conclua as seguintes etapas:

1. Faça login no Amazon SageMaker Studio Classic. Para ter mais informações, consulte Visão 
geral SageMaker do Amazon Domain.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de Grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
editar.

5. Escolha Informações.

6. Se você não tem nenhuma tag, escolha Adicionar tags.
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7. Se você tem tags preexistentes, escolha Gerenciar tags na seção Tags. Uma lista das tags 
do grupo de modelos aparece como pares de valores-chave.

8. Acima de Adicionar nova tag, insira sua nova chave no campo Chave em branco.

9. (Opcional) Insira seu novo valor no campo Valor em branco.

10. Escolha Confirmar alterações.

11. Confirme se sua nova tag aparece na seção Tags da página Informações.

Para excluir uma tag de grupo de modelos, conclua as seguintes etapas:

1. Faça login no Amazon SageMaker Studio Classic. Para ter mais informações, consulte Visão 
geral SageMaker do Amazon Domain.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de Grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
editar.

5. Escolha Informações.

6. Na seção Tags, escolha Gerenciar tags. Uma lista das tags do grupo de modelos aparece 
como pares de valores-chave.

7. Escolha o ícone de Lixeira à direita da tag que você deseja remover.

8. Escolha Confirmar alterações.

9. Confirme se sua tag removida não aparece na seção Tags da página Informações.

Para editar uma tag de grupo de modelos, conclua as seguintes etapas:

1. Faça login no Amazon SageMaker Studio Classic. Para ter mais informações, consulte Visão 
geral SageMaker do Amazon Domain.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de Grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
editar.
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5. Escolha Informações.

6. Na seção Tags, escolha Gerenciar tags. Uma lista das tags do grupo de modelos aparece 
como pares de valores-chave.

7. Edite qualquer chave ou valor.

8. Escolha Confirmar alterações.

9. Confirme se sua tag contém as alterações na seção Tags da página Informações.

Gerenciar tags de versão do modelo

Para gerenciar as tags de versão do modelo no console do Amazon SageMaker Studio, conclua as 
etapas a seguir com base no uso do Studio ou do Studio Classic.

Studio

Para adicionar uma tag de versão do modelo, conclua as seguintes etapas:

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos no menu.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Selecione o nome do grupo de modelos que contém a versão do modelo a ser atualizada.

6. Na lista de versões do modelo, selecione a versão do modelo a ser atualizada.

7. No menu suspenso Ações, escolha Editar.

8. Se você estiver adicionando sua primeira tag, insira seu novo par de valores-chave nos 
campos Chave e Valor em branco.

9. (Opcional) Para adicionar outro par de valores-chave de metadados personalizada, escolha
Adicionar novo e insira seu novo par de valores-chave nos campos Nome e Valor em branco.

10. Escolha Salvar alterações.

Para excluir uma tag de versão do modelo, conclua as seguintes etapas:

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.
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2. No painel de navegação esquerdo, escolha Modelos no menu.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Selecione o nome do grupo de modelos que contém a versão do modelo a ser atualizada.

6. Na lista de versões do modelo, selecione a versão do modelo a ser atualizada.

7. No menu suspenso Ações, escolha Editar.

8. Escolha o ícone Lixeira à direita da tag que você deseja remover.

9. Escolha Confirmar alterações.

Para editar uma tag de versão de modelo, conclua as seguintes etapas:

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos no menu.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Selecione o nome do grupo de modelos que contém a versão do modelo a ser atualizada.

6. Na lista de versões do modelo, selecione a versão do modelo a ser atualizada.

7. No menu suspenso Ações, escolha Editar.

8. Edite qualquer chave ou valor.

9. Escolha Confirmar alterações.

Studio Classic

Para adicionar uma tag de versão do modelo, conclua as seguintes etapas:

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.
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4. Na lista de grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
visualizar. Uma nova guia é aberta com uma lista das versões do modelo no Grupo de 
modelos.

5. Na lista de versões do modelo, selecione o nome da versão do modelo que você deseja 
atualizar.

6. No menu suspenso Ações, escolha Editar.

7. Se você estiver adicionando sua primeira tag, insira seu novo par de valores-chave nos 
campos Chave e Valor em branco.

8. (Opcional) Para adicionar outro par de valores-chave de metadados personalizada, escolha
Adicionar novo e insira seu novo par de valores-chave nos campos Nome e Valor em branco.

9. Escolha Salvar alterações.

10. Confirme se sua nova tag aparece na seção Tags da página Informações.

Para excluir uma tag de versão do modelo, conclua as seguintes etapas:

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de grupos de modelos, selecione o nome do Grupo de modelos que você deseja 
visualizar. Uma nova guia é aberta com uma lista das versões do modelo no Grupo de 
modelos.

5. Na lista de versões do modelo, selecione o nome da versão do modelo que você deseja 
atualizar.

6. No menu suspenso Ações, escolha Editar.

7. Escolha o ícone Lixeira à direita da tag que você deseja remover.

8. Escolha Confirmar alterações.

9. Confirme se sua tag removida não aparece na seção Tags da página Informações.
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Para editar uma tag de versão de modelo, conclua as seguintes etapas:

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de grupos de modelos, selecione o nome do grupo de modelos que você deseja 
visualizar. Uma nova guia é aberta com uma lista das versões do modelo no Grupo de 
modelos.

5. Na lista de versões do modelo, selecione o nome da versão do modelo que você deseja 
atualizar.

6. No menu suspenso Ações, escolha Editar.

7. Edite qualquer chave ou valor.

8. Escolha Confirmar alterações.

9. Confirme se sua tag contém as alterações na seção Tags da página Informações.

Compartilhe modelos com usuários do SageMaker Canvas

Note

Você só pode compartilhar modelos com o SageMaker Canvas no console do Amazon 
SageMaker Studio Classic.

Você pode ter um modelo registrado em seu Registro de Modelos que deseja compartilhar com um 
usuário no SageMaker Canvas. Você pode compartilhar um modelo que foi treinado externamente 
SageMaker , desde que esteja registrado no seu Registro de Modelos. Com essa funcionalidade, 
os usuários do SageMaker Canvas podem importar modelos que você treinou e gerar previsões 
com eles. Para obter mais informações sobre como compartilhar um modelo com um usuário do 
SageMaker Canvas, consulteTraga seu próprio modelo para o SageMaker Canvas.

Excluir uma versão do modelo

Esse procedimento demonstra como excluir uma versão do modelo no console do Amazon 
SageMaker Studio.

Modelos, versões de modelos e grupos de modelos 5255

https://docs.aws.amazon.com/sagemaker/latest/dg/studio-launch.html


Amazon SageMaker Guia do Desenvolvedor

Excluir uma versão do modelo (console)

Para excluir uma versão do modelo no console do Amazon SageMaker Studio, conclua as etapas a 
seguir com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha Modelos para exibir uma lista dos seus grupos 
de modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Na lista de grupos de modelos, escolha o colchete angular à esquerda do grupo de modelos 
que você deseja visualizar.

6. Uma lista das versões do modelo no grupo de modelos é exibida. Se você não encontrar a 
versão do modelo que deseja excluir, escolha Exibir tudo.

7. Marque as caixas de seleção ao lado das versões do modelo que você deseja excluir.

8. Escolha a elipse vertical acima do canto superior direito da tabela e escolha Excluir (ou 
Excluir versão do modelo se você estiver na página de detalhes do grupo de modelos).

9. Na caixa de diálogo Excluir versão do modelo, escolha Sim, excluir a versão do modelo.

10. Escolha Excluir.

11. Confirme se as versões excluídas do modelo não aparecem mais no grupo de modelos.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo. Uma lista dos seus grupos de modelos 
é exibida.

4. Na lista de grupos de modelos, selecione o nome do grupo de modelos da versão do modelo 
que você deseja excluir.
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5. Na lista de versões do modelo, selecione o nome da versão do modelo que você deseja 
excluir.

6. Escolha o menu suspenso Ações e escolha Remover.

7. No diálogo de confirmação, insira REMOVE.

8. Escolha Remover.

9. Confirme se a versão do modelo que você removeu não aparece na lista das versões do 
modelo do grupo de modelos.

Atualizar o status da aprovação de um modelo

Após criar uma versão do modelo, você normalmente deseja avaliar seu desempenho antes de 
implantá-la em um endpoint de produção. Se atender aos seus requisitos, você poderá atualizar 
o status de aprovação da versão do modelo para Approved. Definir o status como Approved
pode iniciar a implantação de CI/CD para o modelo. Se a versão do modelo não atender aos seus 
requisitos, você poderá atualizar o status de aprovação para Rejected.

Você pode atualizar manualmente o status de aprovação de uma versão do modelo depois de 
registrá-la ou criar uma etapa de condição para avaliar o modelo ao criar um SageMaker pipeline. 
Para obter informações sobre a criação de uma etapa de condição em um SageMaker pipeline, 
consulteEtapa de pipeline.

Quando você usa um dos modelos de projeto SageMaker fornecidos e o status de aprovação 
de uma versão do modelo é alterado, a ação a seguir ocorre. Somente transições válidas são 
mostradas.

• PendingManualApproval para Approved — inicia a implantação de CI/CD para a versão do 
modelo aprovada

• PendingManualApproval para Rejected — Nenhuma ação

• Rejected para Approved — inicia a implantação de CI/CD para a versão do modelo aprovada

• Approved para Rejected — inicia o CI/CD para implantar a versão mais recente do modelo com 
um status Approved

Você pode atualizar o status de aprovação de uma versão do modelo usando AWS SDK for Python 
(Boto3) ou usando o console do Amazon SageMaker Studio. Você também pode atualizar o status 
de aprovação de uma versão do modelo como parte de uma etapa de condição em um SageMaker 
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pipeline. Para obter informações sobre como usar uma etapa de aprovação de modelo em um 
SageMaker pipeline, consulteSageMaker Visão geral dos oleodutos.

Atualizar o status da aprovação de um modelo (Boto3)

Ao criar a versão do modelo na Registrar uma versão do modelo, você definiu o
ModelApprovalStatus para PendingManualApproval. Você atualiza o status da aprovação 
do modelo ligando para update_model_package. Observe que você pode automatizar esse 
processo escrevendo um código que, por exemplo, define o status da aprovação de um modelo 
dependendo do resultado de uma avaliação de alguma medida da performance do modelo. Você 
também pode criar uma etapa em um pipeline que implanta automaticamente uma nova versão do 
modelo quando ela for aprovada. O trecho de código a seguir mostra como alterar manualmente o 
status da aprovação para Approved.

model_package_update_input_dict = { 
    "ModelPackageArn" : model_package_arn, 
    "ModelApprovalStatus" : "Approved"
}
model_package_update_response = 
 sm_client.update_model_package(**model_package_update_input_dict)

Atualizar o status de aprovação de um modelo (console)

Para alterar manualmente o status de aprovação no console do Amazon SageMaker Studio, conclua 
as etapas a seguir com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação esquerdo, escolha os Modelos para exibir uma lista dos seus grupos 
de modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Na lista de grupos de modelos, escolha o colchete angular à esquerda do grupo de modelos 
que você deseja visualizar.
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6. Uma lista das versões do modelo no grupo de modelos é exibida. Se você não vê a versão 
do modelo que deseja excluir, escolha Exibir tudo para exibir a lista completa das versões do 
modelo na página de detalhes do grupo de modelos.

7. Selecione o nome da versão do modelo que você deseja atualizar.

8. Escolha a elipse vertical no canto superior direito, escolha Atualizar status e, em seguida, o 
status final do modelo.

9. Na caixa de diálogo Atualizar status do modelo, insira um comentário opcional e escolha
Salvar e atualizar.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de grupos de modelos, selecione o nome do grupo de modelos que você deseja 
visualizar. Uma nova guia é aberta com uma lista das versões do modelo no Grupo de 
modelos.

5. Na lista de versões do modelo, selecione o nome da versão do modelo que você deseja 
atualizar.

6. No menu suspenso Ações, você pode escolher uma das duas opções de menu possíveis 
para atualizar o status da versão do modelo.

• Usar a opção Atualizar status

1. No menu suspenso Ações, escolha o menu suspenso Atualizar status e escolha o 
status da versão do novo modelo.

2. (Opcional) No campo Comentar, inclua detalhes adicionais.

3. Escolha Salvar e atualizar.

• Usar a opção Editar

1. No menu suspenso Ações, escolha Editar.

2. (Opcional) No campo Comentar, inclua detalhes adicionais.

3. Escolha Salvar alterações.
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7. Confirme se o status da versão do modelo foi atualizado para o valor correto na página da 
versão do modelo.

Implantar um modelo a partir do Registro

Depois de registrar uma versão do modelo e aprová-la para implantação, implante-a em um 
SageMaker endpoint para inferência em tempo real. Você pode implantar seu modelo usando o 
SageMaker SDK ou o AWS SDK for Python (Boto3) (Boto3).

Quando você cria um projeto de operações de aprendizado de máquina (MLOps) e escolhe um 
modelo de projeto MLOps que inclui a implantação do modelo, as versões aprovadas do modelo no 
Registro de Modelos são automaticamente implantadas na produção. Para obter informações sobre 
o uso de projetos SageMaker MLOps, consulte. Automatize MLOPs com projetos SageMaker

Você também pode habilitar uma conta da AWS para implantar versões de modelo criadas em uma 
conta diferente adicionando uma política de recursos entre contas. Por exemplo, uma equipe em 
sua organização pode ser responsável pelos modelos de treinamento e uma equipe diferente é 
responsável pela implantação e atualização dos modelos.

Tópicos

• Implantar um modelo a partir do Registro (SageMaker SDK)

• Implantar um modelo a partir do Registro (Boto3)

• Implantar uma versão do modelo de uma conta diferente

Implantar um modelo a partir do Registro (SageMaker SDK)

Para implantar uma versão do modelo usando o Amazon SageMaker Python SDK, use o seguinte 
trecho de código:

from sagemaker import ModelPackage
from time import gmtime, strftime

model_package_arn = 'arn:aws:sagemaker:us-east-2:12345678901:model-package/modeltest/1'
model = ModelPackage(role=role,  
                     model_package_arn=model_package_arn,  
                     sagemaker_session=sagemaker_session)
model.deploy(initial_instance_count=1, instance_type='ml.m5.xlarge')

Modelos, versões de modelos e grupos de modelos 5260

https://sagemaker.readthedocs.io


Amazon SageMaker Guia do Desenvolvedor

Implantar um modelo a partir do Registro (Boto3)

Para implantar uma versão do modelo usando o AWS SDK for Python (Boto3), conclua as seguintes 
etapas:

1. O trecho de código a seguir pressupõe que você já criou o cliente SageMaker Boto3
sm_client e uma versão do modelo cujo ARN está armazenado na variável.
model_version_arn

Crie um objeto de modelo a partir da versão do modelo chamando a operação da API 
create_model. Passe o Amazon Resource Name (ARN) da versão do modelo como parte do
Containers para o objeto do modelo:

model_name = 'DEMO-modelregistry-model-' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
print("Model name : {}".format(model_name))
container_list = [{'ModelPackageName': model_version_arn}]

create_model_response = sm_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = role, 
    Containers = container_list
)
print("Model arn : {}".format(create_model_response["ModelArn"]))

2. Crie uma configuração de endpoint chamando a API create_endpoint_config. A 
configuração do endpoint especifica o número e o tipo de instâncias do Amazon EC2 a serem 
usadas para o endpoint.

endpoint_config_name = 'DEMO-modelregistry-EndpointConfig-' + strftime("%Y-%m-%d-
%H-%M-%S", gmtime())
print(endpoint_config_name)
create_endpoint_config_response = sm_client.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name, 
    ProductionVariants=[{ 
        'InstanceType':'ml.m4.xlarge', 
        'InitialVariantWeight':1, 
        'InitialInstanceCount':1, 
        'ModelName':model_name, 
        'VariantName':'AllTraffic'}])

3. Crie o endpoint chamando create_endpoint.

Modelos, versões de modelos e grupos de modelos 5261

https://boto3.amazonaws.com/v1/documentation/api/latest/reference/services/sagemaker.html#SageMaker.Client.create_model
https://boto3.amazonaws.com/v1/documentation/api/latest/reference/services/sagemaker.html#SageMaker.Client.create_model


Amazon SageMaker Guia do Desenvolvedor

endpoint_name = 'DEMO-modelregistry-endpoint-' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
print("EndpointName={}".format(endpoint_name))

create_endpoint_response = sm_client.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name)
print(create_endpoint_response['EndpointArn'])

Implantar uma versão do modelo de uma conta diferente

Você pode dar permissão para uma conta da AWS implantar versões de modelo criadas em uma 
conta diferente adicionando uma política de recursos entre contas. Por exemplo, uma equipe em 
sua organização pode ser responsável pelos modelos de treinamento e uma equipe diferente é 
responsável pela implantação e atualização dos modelos. Ao criar essas políticas de recursos, você 
aplica a política ao recurso específico ao qual deseja conceder acesso. Para obter mais informações 
sobre políticas de recursos entre contas na AWS, consulte Lógica de avaliação de políticas entre 
contas no Guia do usuário do AWS Identity and Access Management.

Note

Você deve usar uma chave do KMS para criptografar a ação de configurar dados de saída
durante o treinamento para implantação do modelo entre contas.

Para habilitar a implantação do modelo entre contas SageMaker, você precisa fornecer uma política 
de recursos entre contas para o grupo de modelos que contém as versões do modelo que você 
deseja implantar, o repositório do Amazon ECR onde reside a imagem de inferência do grupo de 
modelos e o bucket do Amazon S3 onde as versões do modelo são armazenadas.

Para poder implantar um modelo que foi criado em uma conta diferente, você deve ter 
uma função que tenha acesso às SageMaker ações, como uma função com a política
AmazonSageMakerFullAccess gerenciada. Para obter informações sobre as políticas gerenciadas 
do SageMaker, consulte AWSPolíticas gerenciadas para a Amazon SageMaker.

O exemplo a seguir cria políticas entre contas para todos esses três recursos e aplica as políticas 
aos recursos. O exemplo também pressupõe que você tenha definido anteriormente as seguintes 
variáveis:
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• bucket— O bucket do Amazon S3 onde as versões do modelo são armazenadas.

• kms_key_id— A chave KMS usada para criptografar a saída do treinamento.

• sm_client— Um cliente SageMaker Boto3.

• model_package_group_name— O grupo de modelos ao qual você deseja conceder acesso 
entre contas.

• model_package_group_arn— O ARN do grupo de modelos ao qual você deseja conceder 
acesso entre contas.

import json

# The cross-account id to grant access to
cross_account_id = "123456789012"

# Create the policy for access to the ECR repository
ecr_repository_policy = { 
    'Version': '2012-10-17', 
    'Statement': [{ 
        'Sid': 'AddPerm', 
        'Effect': 'Allow', 
        'Principal': { 
            'AWS': f'arn:aws:iam::{cross_account_id}:root' 
        }, 
        'Action': ['ecr:*'] 
    }]
}

# Convert the ECR policy from JSON dict to string
ecr_repository_policy = json.dumps(ecr_repository_policy)

# Set the new ECR policy
ecr = boto3.client('ecr')
response = ecr.set_repository_policy( 
    registryId = account, 
    repositoryName = 'decision-trees-sample', 
    policyText = ecr_repository_policy
)

# Create a policy for accessing the S3 bucket
bucket_policy = { 
    'Version': '2012-10-17', 
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    'Statement': [{ 
        'Sid': 'AddPerm', 
        'Effect': 'Allow', 
        'Principal': { 
            'AWS': f'arn:aws:iam::{cross_account_id}:root' 
        }, 
        'Action': 's3:*', 
        'Resource': f'arn:aws:s3:::{bucket}/*' 
    }]
}

# Convert the policy from JSON dict to string
bucket_policy = json.dumps(bucket_policy)

# Set the new policy
s3 = boto3.client('s3')
response = s3.put_bucket_policy( 
    Bucket = bucket, 
    Policy = bucket_policy)

# Create the KMS grant for encryption in the source account to the
# Model Registry account Model Group
client = boto3.client('kms')

response = client.create_grant( 
    GranteePrincipal=cross_account_id, 
    KeyId=kms_key_id 
    Operations=[ 
        'Decrypt', 
        'GenerateDataKey', 
    ],
)

# 3. Create a policy for access to the Model Group.
model_package_group_policy = { 
    'Version': '2012-10-17', 
    'Statement': [{ 
        'Sid': 'AddPermModelPackageGroup', 
        'Effect': 'Allow', 
        'Principal': { 
            'AWS': f'arn:aws:iam::{cross_account_id}:root' 
        }, 
        'Action': ['sagemaker:DescribeModelPackageGroup'], 
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        'Resource': f'arn:aws:sagemaker:{region}:{account}:model-package-group/
{model_package_group_name}' 
    },{ 
        'Sid': 'AddPermModelPackageVersion', 
        'Effect': 'Allow', 
        'Principal': { 
            'AWS': f'arn:aws:iam::{cross_account_id}:root' 
        }, 
        'Action': ["sagemaker:DescribeModelPackage", 
                   "sagemaker:ListModelPackages", 
                   "sagemaker:UpdateModelPackage", 
                   "sagemaker:CreateModel"], 
        'Resource': f'arn:aws:sagemaker:{region}:{account}:model-package/
{model_package_group_name}/*' 
    }]
}

# Convert the policy from JSON dict to string
model_package_group_policy = json.dumps(model_package_group_policy)

# Set the policy to the Model Group
response = sm_client.put_model_package_group_policy( 
    ModelPackageGroupName = model_package_group_name, 
    ResourcePolicy = model_package_group_policy)

print('ModelPackageGroupArn : 
 {}'.format(create_model_package_group_response['ModelPackageGroupArn']))
print("First Versioned ModelPackageArn: " + model_package_arn)
print("Second Versioned ModelPackageArn: " + model_package_arn2)

print("Success! You are all set to proceed for cross-account deployment.")

Exibir o histórico de implantações de um modelo

Para visualizar as implantações de uma versão do modelo no console do Amazon SageMaker 
Studio, conclua as etapas a seguir com base no uso do Studio ou do Studio Classic.

Studio

Visualize o histórico de implantação de uma versão do modelo

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.
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2. No painel de navegação esquerdo, escolha Modelos para exibir uma lista dos seus grupos 
de modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Na lista de grupos de modelos, escolha o colchete angular à esquerda do grupo de modelos 
que você deseja visualizar.

6. Uma lista das versões do modelo no grupo de modelos é exibida. Se você não encontrar a 
versão do modelo que deseja excluir, escolha Exibir tudo.

7. Selecione o nome da versão do modelo que você deseja visualizar.

8. Escolha a guia Atividade. As implantações da versão do modelo aparecem como eventos na 
lista de atividades com um tipo de evento de ModelDeployment.

Studio Classic

Visualize o histórico de implantação de uma versão do modelo

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Na lista de grupos de modelos, selecione o nome do grupo de modelos que você deseja 
visualizar.

5. Uma nova guia aparece com uma lista das versões do modelo no Grupo de modelos.

6. Na lista de versões do modelo, selecione o nome da versão do modelo cujos detalhes você 
deseja visualizar.

7. Na guia da versão do modelo que se abre, escolha Atividade. As implantações da versão 
do modelo aparecem como eventos na lista de atividades com um tipo de evento de
ModelDeployment.
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Coleções de Registro de Modelos

Você pode usar Coleções para agrupar modelos registrados relacionados entre si e organizá-
los em hierarquias para melhorar a capacidade de descoberta do modelo em escala. Com as 
Coleções, você pode organizar modelos registrados que estão associados entre si. Por exemplo, 
você pode categorizar seus modelos com base no domínio do problema que eles resolvem como 
coleções intituladas modelos de PNL, modelos de currículo ou S. peech-recognition-models Para 
organizar seus modelos registrados em uma estrutura de árvore, você pode agrupar Coleções umas 
nas outras. Qualquer operação que você realizar em uma Coleção, como criar, ler, atualizar ou 
excluir, não alterará seus modelos registrados. Você pode usar a interface do usuário do Amazon 
SageMaker Studio ou o Python SDK para gerenciar suas coleções.

A guia Coleções no Registro do Modelo exibe uma lista de todas as Coleções em sua conta. As 
seções a seguir descrevem como você pode usar as opções na guia Coleções para fazer o seguinte:

• Criar Coleções

• Adicionar Grupos de modelos a uma Coleção

• Mover Grupos de modelos entre Coleções

• Remover grupos de modelos ou coleções de outras coleções

Qualquer operação que você executa em suas coleções não afeta a integridade dos grupos de 
modelos individuais que elas contêm — os artefatos do grupo de modelos subjacentes no Amazon 
S3 e no Amazon ECR não são modificados.

Embora as coleções ofereçam maior flexibilidade na organização de seus modelos, a representação 
interna impõe algumas restrições ao tamanho de sua hierarquia. Para obter um resumo dessas 
restrições, consulte. Restrições

Os tópicos a seguir mostram como criar e trabalhar com Coleções no Registro do modelo.

Tópicos

• Pré-requisitos

• Criar uma Coleção

• Adicionar Grupos de modelos a uma Coleção

• Remover Grupos de modelos ou Coleções de uma Coleção

• Mover um Grupo de modelos entre Coleções

• Visualizar uma Coleção principal do Grupo de modelos
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• Restrições

Pré-requisitos

Crie uma política personalizada que inclua as seguintes ações obrigatórias dos Grupos de recursos:

• resource-groups:CreateGroup

• resource-groups:DeleteGroup

• resource-groups:GetGroupQuery

• resource-groups:ListGroupResources

• resource-groups:Tag

• tag:GetResources

Para obter instruções sobre como adicionar uma política em linha, consulte Adicionar permissões de 
identidade do IAM (console). Ao escolher o formato da política, escolha o formato JSON e adicione a 
seguinte política:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "resource-groups:ListGroupResources" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "resource-groups:GetGroupQuery" 
            ], 
            "Resource": "arn:aws:resource-groups:*:*:group/*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "resource-groups:CreateGroup", 
                "resource-groups:Tag" 
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            ], 
            "Resource": "arn:aws:resource-groups:*:*:group/*", 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:TagKeys": "sagemaker:collection" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "resource-groups:DeleteGroup", 
            "Resource": "arn:aws:resource-groups:*:*:group/*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:collection": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "tag:GetResources", 
            "Resource": "*" 
        } 
    ]
}

Criar uma Coleção

Você pode criar uma coleção no console SMMonarchLong;. Para criar uma coleção, conclua as 
etapas a seguir com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Coleções.

5. (Opcional) Para criar uma coleção dentro de outra coleção, navegue até a hierarquia em que 
você deseja adicionar sua coleção. Caso contrário, a Coleção será criada no nível raiz.

6. No menu suspenso Ações no canto superior direito, escolha Criar nova coleção.
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7. Insira um nome para sua coleção no campo Nome da caixa de diálogo.

Note

Se você planeja criar várias hierarquias nesta Coleção, mantenha curtos os 
nomes de suas Coleções. O caminho absoluto, que é uma string representando a 
localização de suas coleções a partir do nível raiz, deve ter 256 caracteres ou menos. 
Para obter detalhes adicionais, consulte Marcação de Coleção e Grupo de modelos.

8. (Opcional) Para adicionar grupos de modelos à sua coleção, conclua as seguintes etapas:

a. Escolha Selecionar grupos de modelos.

b. Selecione os grupos de modelos que você deseja adicionar. É possível selecionar até 
10.

9. Escolha Criar.

10. Verifique se sua coleção foi criada na hierarquia atual. Se você não vir imediatamente sua 
nova coleção, escolha Atualizar.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Escolha a guia Coleções.

5. (Opcional) Para criar uma coleção dentro de outra coleção, navegue até a hierarquia em que 
você deseja adicionar sua coleção. Caso contrário, a Coleção será criada no nível raiz.

6. No menu suspenso Ações no canto superior direito, escolha Criar nova coleção.

7. Insira um nome para sua coleção no campo Nome da caixa de diálogo.

Note

Se você planeja criar várias hierarquias nesta Coleção, mantenha curtos os 
nomes de suas Coleções. O caminho absoluto, que é uma string representando a 
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localização de suas coleções a partir do nível raiz, deve ter 256 caracteres ou menos. 
Para obter detalhes adicionais, consulte Marcação de Coleção e Grupo de modelos.

8. (Opcional) Para adicionar grupos de modelos à sua coleção, conclua as seguintes etapas:

a. Escolha Selecionar grupos de modelos.

b. Selecione os grupos de modelos que você deseja adicionar. É possível selecionar até 
10.

9. Escolha Criar.

10. Verifique se sua coleção foi criada na hierarquia atual. Se você não vir imediatamente sua 
nova coleção, escolha Atualizar.

Adicionar Grupos de modelos a uma Coleção

Você pode adicionar grupos de modelos a uma coleção no console do Amazon SageMaker Studio. 
Para adicionar grupos de modelos a uma coleção, conclua as etapas a seguir com base no uso do 
Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Modelos, se ainda 
não estiver selecionado.

5. Marque a caixa de seleção ao lado dos grupos de modelos que você deseja adicionar. Você 
pode selecionar até 10 grupos de modelos. Se você selecionar mais de 10, a opção de 
interface do usuário para adicionar seus Grupos de modelos a uma Coleção ficará inativa.

6. Escolha as reticências verticais ao lado de Criar e escolha Adicionar à coleção.

7. Selecione o botão de rádio da coleção à qual você deseja adicionar seus grupos de modelos 
selecionados.

8. Escolha Adicionar à coleção.
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9. Verifique se seus grupos de modelos foram adicionados à coleção. Na coluna Coleções dos 
Grupos de Modelos que você selecionou, você deve ver o nome da coleção à qual adicionou 
os Grupos de Modelos.

Studio Classic

Você pode adicionar Grupos de modelos a uma Coleção na guia Grupos de modelos ou
Coleções.

Para adicionar um ou mais Grupos de modelos a uma Coleção a partir da guia Coleções, conclua 
as seguintes etapas:

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Escolha a guia Coleções.

5. Selecione a Coleção à qual você deseja adicionar Grupos de modelos. Se a Coleção 
desejada não estiver no nível raiz, navegue até a hierarquia em que você deseja adicionar 
seus Grupos de modelos.

6. No menu suspenso Ações no canto superior direito, escolha Adicionar grupos de modelos.

7. Selecione os grupos de modelos que você deseja adicionar. Você pode selecionar até 10 
grupos de modelos. Se você selecionar mais de 10, a opção de interface do usuário para 
adicionar seus Grupos de modelos a uma Coleção ficará inativa.

8. Escolha Adicionar à coleção.

9. Verifique se seus Grupos de modelos foram adicionados na hierarquia atual. Se você não vir 
imediatamente seu novo Grupo de modelos, escolha Atualizar.

Para adicionar um ou mais Grupos de modelos a uma Coleção a partir da guia Grupos de 
modelos, conclua as seguintes etapas:

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.
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2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Escolha a guia Grupos de modelos.

5. Selecione os grupos de modelos que você deseja adicionar. É possível selecionar até 10. Se 
você selecionar mais de 10, a opção de interface do usuário para adicionar seus Grupos de 
modelos a uma Coleção ficará inativa.

6. No menu suspenso Ações no canto superior direito, escolha Adicionar à coleção.

7. Na caixa de diálogo pop-up, escolha o local do caminho raiz Collections. Esse vínculo 
para o local raiz aparece acima da tabela.

8. Navegue até a hierarquia que contém sua coleção de destino ou onde você deseja criar uma 
nova coleção à qual você adiciona seus modelos.

9. (Opcional) Para adicionar seus grupos de modelos a uma coleção existente, conclua as 
seguintes etapas:

a. Selecione a Coleção de destino.

b. Escolha Adicionar à coleção.

10. (Opcional) Para adicionar seus grupos de modelos a uma nova coleção, conclua as 
seguintes etapas:

a. Escolha uma Nova coleção.

b. Insira um nome para a nova coleção.

c. Escolha Criar.

Remover Grupos de modelos ou Coleções de uma Coleção

Ao remover Grupos de modelos ou Coleções de uma Coleção, você está removendo estes de um 
determinado agrupamento e não do Registro do modelo. Você pode remover grupos de modelos de 
uma coleção no console do Amazon SageMaker Studio.

Para remover um ou mais grupos de modelos ou coleções de uma coleção, conclua as etapas a 
seguir com base no uso do Studio ou do Studio Classic.
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Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Coleções.

5. Navegue até a coleção que contém os Grupos de modelos ou Coleções que você deseja 
remover.

6. Selecione os grupos de modelos ou coleções que você deseja remover. É possível 
selecionar até 10. Se você selecionar mais de 10 Grupos de modelos ou Coleções, a opção 
de interface do usuário para removê-los ficará inativa.

Important

Você não pode selecionar simultaneamente Grupos de modelos e Coleções para 
remoção. Para remover grupos de modelos e coleções, primeiro remova os grupos 
de modelos e, em seguida, remova as coleções.

Important

Você não pode remover coleções que não estejam vazias. Para remover uma 
coleção não vazia, primeiro remova seu conteúdo.

7. No menu suspenso Ações no canto superior direito, escolha Remover X itens da coleção
(onde X é o número de grupos de modelos que você selecionou).

8. Confirme que você deseja remover os Grupos de modelos selecionados.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).
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3. Escolha Modelos e, em seguida, Registro do modelo.

4. Escolha a guia Coleções.

5. Navegue até a coleção que contém os Grupos de modelos ou Coleções que você deseja 
remover.

6. Selecione os grupos de modelos ou coleções que você deseja remover. É possível 
selecionar até 10. Se você selecionar mais de 10 Grupos de modelos ou Coleções, a opção 
de interface do usuário para removê-los ficará inativa.

Important

Você não pode selecionar simultaneamente Grupos de modelos e Coleções para 
remoção. Para remover grupos de modelos e coleções, primeiro remova os grupos 
de modelos e, em seguida, remova as coleções.

Important

Você não pode remover coleções que não estejam vazias. Para remover uma 
coleção não vazia, primeiro remova seu conteúdo.

7. No menu suspenso Ações no canto superior direito, escolha Remover X itens da coleção
(onde X é o número de Grupos de modelos selecionados).

8. Confirme que você deseja remover os Grupos de modelos selecionados.

Mover um Grupo de modelos entre Coleções

Você pode mover um ou mais grupos de modelos de uma coleção para outra no console do Amazon 
SageMaker Studio.

Para mover grupos de modelos, conclua as etapas a seguir com base no uso do Studio ou do Studio 
Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.
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3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Coleções.

5. Navegue até a coleção que contém os grupos de modelos que você deseja mover.

6. Selecione os grupos de modelos que você deseja mover. É possível selecionar até 10. Se 
você selecionar mais de 10, a opção de interface do usuário para mover seus Grupos de 
modelos ficará inativa.

7. No menu suspenso Ações no canto superior direito, escolha Mover para.

8. Na caixa de diálogo, escolha o local do caminho raiz Collections. Esse vínculo para o 
local raiz aparece acima da tabela.

9. Navegue até a hierarquia que contém sua Coleção de destino.

10. Selecione sua coleção de destino na tabela.

11. Escolha Mover aqui.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Escolha a guia Coleções.

5. Navegue até a coleção que contém os grupos de modelos que você deseja mover.

6. Selecione os grupos de modelos que você deseja mover. É possível selecionar até 10. Se 
você selecionar mais de 10, a opção de interface do usuário para mover seus Grupos de 
modelos ficará inativa.

7. No menu suspenso Ações no canto superior direito, escolha Mover para.

8. Na caixa de diálogo, escolha o local do caminho raiz Collections. Esse vínculo para o 
local raiz aparece acima da tabela.

9. Navegue até a hierarquia que contém sua Coleção de destino.

10. Selecione sua coleção de destino na tabela.

11. Escolha Mover aqui.
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Visualizar uma Coleção principal do Grupo de modelos

Você pode visualizar as coleções que contêm um grupo de modelos específico no console do 
Amazon SageMaker Studio.

Para visualizar as coleções que contêm um grupo de modelos específico, conclua as etapas a seguir 
com base no uso do Studio ou do Studio Classic.

Studio

1. Abra o console do SageMaker Studio seguindo as instruções em Iniciar o Amazon 
SageMaker Studio.

2. No painel de navegação à esquerda, selecione Modelos.

3. Escolha a guia Modelos registrados, se ainda não estiver selecionada.

4. Imediatamente abaixo da etiqueta da guia Modelos registrados, escolha Grupos de modelos, 
se ainda não estiver selecionado.

5. Visualize a coluna Coleção do seu Grupo de Modelos, que exibe o nome da Coleção que 
contém esse Grupo de Modelos. Se várias coleções contiverem esse Grupo de modelos, 
escolha a entrada da coluna Coleção para exibir um pop-up listando as Coleções que 
contêm esse Grupo de modelos.

Studio Classic

1. Faça login no Amazon SageMaker Studio Classic. Para obter mais informações, consulte
Launch Amazon SageMaker Studio Classic.

2. No painel de navegação esquerdo, escolha o ícone Início

( ).

3. Escolha Modelos e, em seguida, Registro do modelo.

4. Escolha a guia Grupos de modelos.

5. Encontre seu Grupo de modelos na tabela.

6. Visualize a coluna Coleção do seu Grupo de Modelos, que exibe o nome da Coleção que 
contém esse Grupo de Modelos. Se várias coleções contiverem esse Grupo de modelos, 
escolha a entrada da coluna Coleção para exibir um pop-up listando as Coleções que 
contêm esse Grupo de modelos.
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Restrições

Ao usar Coleções, você pode enfrentar problemas relacionados a restrições de comprimento de tags 
ou limites de taxa para operações da Coleção. Revise a lista de advertências a seguir para evitar 
problemas relacionados a essas limitações ao trabalhar com suas Coleções.

Restrições de VPC

• Não há suporte para Coleções no modo VPC.

Restrições da operação da Coleção

• Você pode adicionar um máximo de 10 Grupos de modelo a uma Coleção por vez.

• Você pode remover um máximo de 10 Grupos de modelo de uma Coleção por vez.

• Você pode mover um máximo de 10 Grupos de modelo de uma Coleção para outra por vez.

• Você não pode excluir uma coleção a menos que ela esteja vazia.

• Um Grupo de modelos pode pertencer a várias Coleções, mas uma Coleção só pode pertencer a 
uma Coleção.

Restrições relacionadas à tag

• Um Grupo de modelos pode pertencer a, no máximo, 48 Coleções. Para obter mais detalhes, 
consulte a seção Marcação de Coleção e Grupo de modelos a seguir.

• O caminho absoluto de uma Coleção pode ter no máximo 256 caracteres. Como os nomes das 
Coleções são especificados pelo usuário, você pode controlar o comprimento do caminho. Para 
obter mais detalhes, consulte a seção Marcação de Coleção e Grupo de modelos a seguir.

Marcação de Coleção e Grupo de modelos

O SageMaker Model Registry usa regras de tag e tags para representar internamente seus 
agrupamentos e hierarquia de coleções. Você pode acessar esses elementos de tag noAWS 
Resource Access Manager, no SageMaker SDK e noAWS CLI, mas é importante não alterá-los nem 
excluí-los.
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Important

Não exclua nem altere nenhuma regra de tag ou tag que pertença às suas Coleções ou 
Grupo de modelos. Isso impede que você execute operações da Coleção!

Uma regra de tag é um par de valores-chave SageMaker usado para identificar a localização de uma 
coleção na hierarquia. Resumindo, a chave é a chave da Coleção principal e o valor é o caminho da 
Coleção dentro da hierarquia. SageMaker permite que os valores das tags tenham 256 caracteres ou 
menos. Portanto, se você tiver várias hierarquias aninhadas, é recomendável manter os nomes das 
coleções curtos.

Important

Mantenha os nomes de suas Coleções curtos. O caminho absoluto para qualquer Coleção 
deve ter 256 caracteres ou menos.

Os Grupos de modelos, por outro lado, não têm regras de tags, mas usam tags. As tags de um 
Grupo de modelos incluem as regras de tag para todas as Coleções que contêm o Grupo de 
modelos. Por exemplo, se quatro Coleções contiverem grupo-modelo 1, o grupo-modelo-1 terá 
quatro tags. SageMaker permite que um único AWS recurso tenha no máximo 50 tags. Como duas 
são pré-alocadas para fins gerais, um Grupo de modelos pode ter no máximo 48 tags. Concluindo, 
um Grupo de modelos pode pertencer a 48 Coleções, no máximo.

Perguntas frequentes sobre o Amazon SageMaker Model Registry

Use os itens de perguntas frequentes a seguir para encontrar respostas às perguntas mais 
frequentes sobre o Registro de SageMaker Modelos.

P: Como devo organizar meus modelos em grupos de modelos e pacotes de modelos no Registro de 
SageMaker modelos?

Um pacote de modelo é o modelo real registrado no Registro do modelo como uma entidade 
versionada. Observe que há duas maneiras de usar pacotes de modelos em SageMaker. Uma delas 
é com o SageMakerMarketplace — esses pacotes de modelos não têm versão. A outra é com o 
SageMaker Model Registry, no qual o pacote do modelo deve ser versionado. O Registro do modelo 
recebe cada novo modelo que você retreina, fornece uma versão e o atribui a um Grupo de Modelos 
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dentro do Registro do modelo. A imagem a seguir mostra um exemplo de um Grupo de modelos com 
25 modelos com versão consecutiva.

P: Como o SageMaker Model Registry difere do Amazon Elastic Container Registry (Amazon ECR)?

O SageMaker Model Registry é um repositório de metadados para seus modelos de aprendizado 
de máquina. O Amazon Elastic Container Registry é um repositório que armazena todos os seus 
contêineres. No Registro do modelo, os modelos são versionados e registrados como pacotes de 
modelos nos Grupos de modelos. Cada pacote de modelo contém um URI do Amazon S3 para os 
arquivos de modelo associados ao modelo treinado e um URI do Amazon ECR que aponta para o 
contêiner usado ao servir o modelo.

P: Como faço para marcar pacotes de modelos no Registro de SageMaker modelos?

Os pacotes de SageMaker modelos no Registro de Modelos não oferecem suporte a tags — são 
pacotes de modelos com versão. Em vez disso, você pode adicionar pares de valores-chave usando
CustomerMetadataProperties. Os grupos de pacotes de modelos no registro do modelo 
oferecem suporte à marcação com tag.
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Implantação do modelo em SageMaker

Depois de treinar e aprovar um modelo para produção, use-o para SageMaker implantar seu modelo 
em um endpoint para inferência em tempo real. SageMaker fornece várias opções de inferência 
para que você possa escolher a opção mais adequada à sua carga de trabalho. Você também 
configura seu endpoint escolhendo o tipo de instância e o número de instâncias necessárias para um 
desempenho ideal. Para obter detalhes sobre a implantação de modelos, consulte Implantar modelos 
para inferência.

Após implantar seus modelos na produção, talvez você queira explorar maneiras de otimizar 
ainda mais o desempenho do modelo e, ao mesmo tempo, manter a disponibilidade dos modelos 
atuais. Por exemplo, você pode configurar um teste paralelo para testar um modelo diferente ou 
uma infraestrutura de serviço de modelos antes de se comprometer com a mudança. SageMaker 
implanta o novo modelo, contêiner ou instância no modo sombra e encaminha para ele uma cópia 
das solicitações de inferência em tempo real no mesmo endpoint. Você pode registrar em log as 
respostas da variante de sombra para comparação. Para obter detalhes sobre o teste de sombra, 
consulte Testes de validação por comparação. Se você decidir alterar seu modelo, as barreiras de 
proteção da implantação ajudarão você a controlar a mudança do modelo atual para um novo. Você 
pode selecionar métodos como teste de canário ou azul/verde do processo de deslocamento de 
tráfego para manter o controle granular durante a atualização. Para obter mais informações sobre as 
barreiras de proteção da implantação, consulte Atualize modelos em produção.

SageMaker Monitor de modelo

Depois que um modelo estiver em produção, você poderá monitorar seu desempenho em tempo 
real com o Amazon SageMaker Model Monitor. O Model Monitor ajuda você a manter a qualidade do 
modelo detectando violações dos limites definidos pelo usuário para qualidade de dados, qualidade 
do modelo, desvio de polarização e desvio de atributo de recursos. Além disso, você pode configurar 
alertas para solucionar as violações à medida que elas surgirem e iniciar imediatamente o novo 
treinamento. O Model Monitor é integrado ao SageMaker Clarify para melhorar a visibilidade de 
possíveis distorções.

Para saber mais sobre o SageMaker Model Monitor, consulteMonitorar a qualidade de dados do 
modelo.
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Automatize MLOPs com projetos SageMaker

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar o 
aplicativo Studio Classic. Para obter informações sobre como usar a experiência atualizada 
do Studio, consulte SageMaker Estúdio Amazon.

Crie soluções end-to-end de ML com CI/CD usando SageMaker projetos.

Use SageMaker projetos para criar uma solução MLOps para orquestrar e gerenciar:

• Criação de imagens personalizadas para processamento, treinamento e inferência

• Preparação de dados e engenharia de recursos

• Modelos de treinamento

• Avaliar modelos

• Implantar modelos

• Monitorar e atualizar modelos

Tópicos

• O que é um SageMaker projeto?

• SageMaker Permissões de estúdio necessárias para usar projetos

• Crie um projeto MLOps usando o Amazon Studio Classic SageMaker

• Modelos de projeto de MLOps

• Visualizar recursos do projeto

• Atualizar um projeto MLOps no Amazon Studio Classic SageMaker

• Excluir um projeto MLOps usando o Amazon Studio Classic SageMaker

• SageMaker Passo a passo do projeto MLOps

• SageMaker Passo a passo do projeto MLOps usando repositórios Git de terceiros
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O que é um SageMaker projeto?

SageMaker Os projetos ajudam as organizações a configurar e padronizar ambientes de 
desenvolvedores para cientistas de dados e sistemas de CI/CD para engenheiros de MLOps. 
Os projetos também ajudam as organizações a configurar o gerenciamento de dependências, o 
gerenciamento de repositórios de códigos, a reprodutibilidade da construção e o compartilhamento 
de artefatos.

Você pode provisionar SageMaker projetos do AWS Service Catalog usando modelos SageMaker 
personalizados ou fornecidos. Para informações sobre o AWS Service Catalog, consulte O que é o 
AWS Service Catalog. Com o SageMaker Projects, os engenheiros do MLOps e os administradores 
da organização podem definir seus próprios modelos ou usar os modelos fornecidos. SageMaker 
Os modelos SageMaker fornecidos inicializam o fluxo de trabalho de ML com controle de versão de 
origem, pipelines de ML automatizados e um conjunto de códigos para começar a iterar rapidamente 
os casos de uso de ML.

Quando você deve usar um SageMaker projeto?

Embora os cadernos sejam úteis para a criação e experimentação de modelos, uma equipe de 
cientistas de dados e engenheiros de ML que compartilham código precisa de uma maneira mais 
escalável de manter a consistência do código e um controle de versão rigoroso.

Cada organização tem seu próprio conjunto de padrões e práticas que fornecem segurança e 
governança para seu AWS ambiente. SageMaker fornece um conjunto de modelos primários para 
organizações que desejam começar rapidamente com fluxos de trabalho de ML e CI/CD. Os modelos 
incluem projetos que usam serviços nativos da AWS para CI/CD, como AWS CodeBuild, AWS 
CodePipeline e AWS CodeCommit. Os modelos também oferecem a opção de criar projetos que 
usam ferramentas de terceiros, como Jenkins e. GitHub Para obter uma lista dos modelos de projeto 
que SageMaker fornece, consulteUse SageMaker modelos de projeto fornecidos.

As organizações geralmente precisam de um controle rígido sobre os recursos de MLOPs que 
elas provisionam e gerenciam. Essa responsabilidade pressupõe determinadas tarefas, incluindo 
a configuração de funções e políticas do IAM, a aplicação de tags de recursos, a aplicação da 
criptografia e a dissociação de recursos em várias contas. SageMaker Os projetos podem dar 
suporte a todas essas tarefas por meio de ofertas de modelos personalizados, nas quais as 
organizações usam AWS CloudFormation modelos para definir os recursos necessários para um 
fluxo de trabalho de ML. Os cientistas de dados podem escolher um modelo para bootstrap e pré-
configurar seu fluxo de trabalho de ML. Esses modelos personalizados são criados como produtos 
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do Service Catalog e você pode provisioná-los na interface do usuário do Studio Classic em Modelos 
de organização. O Service Catalog permite que um serviço ajude as organizações a criarem e 
gerenciarem catálogos de produtos aprovados para uso na AWS. Para obter mais informações sobre 
a criação de modelos personalizados, consulte Criar modelos de SageMaker projeto personalizados 
— Melhores práticas.

SageMaker Os projetos podem ajudá-lo a gerenciar seus repositórios Git para que você possa 
colaborar com mais eficiência entre equipes, garantir a consistência do código e oferecer suporte a 
CI/CD. SageMaker Os projetos podem ajudá-lo com as seguintes tarefas:

• Organizar todas as entidades do ciclo de vida do ML em um único projeto.

• Estabelecer uma abordagem com um único clique para configurar a infraestrutura de ML padrão 
para treinamento e implantação de modelos que incorpore as melhores práticas.

• Criar e Compartilhar modelo modelos para a infraestrutura de ML para atender a vários casos de 
uso.

• Aproveite os modelos pré-criados SageMaker fornecidos para começar a se concentrar 
rapidamente na criação de modelos ou criar modelos personalizados com recursos e diretrizes 
específicos da organização.

• Integrar-se às ferramentas de sua escolha estendendo os modelos de projeto. Para ver um 
exemplo, consulte Criar um SageMaker projeto para integração com GitLab e GitLab Pipelines.

• Organizar todas as entidades do ciclo de vida do ML em um único projeto.

O que há em um SageMaker projeto?

Os clientes têm a flexibilidade de configurar seus projetos com os recursos que melhor atendem ao 
seu caso de uso. O exemplo abaixo mostra a configuração de MLOps para um fluxo de trabalho de 
ML, incluindo treinamento e implantação de modelos.

SageMaker Projetos 5284

https://aws.amazon.com/blogs/machine-learning/build-custom-sagemaker-project-templates-best-practices/
https://aws.amazon.com/blogs/machine-learning/build-custom-sagemaker-project-templates-best-practices/
https://aws.amazon.com/blogs/machine-learning/build-mlops-workflows-with-amazon-sagemaker-projects-gitlab-and-gitlab-pipelines/


Amazon SageMaker Guia do Desenvolvedor

Um projeto típico com um modelo SageMaker fornecido pode incluir o seguinte:

• Um ou mais repositórios com código de amostra para criar e implantar soluções de ML. Esses 
são exemplos funcionais que você pode clonar localmente e modificar de acordo com suas 
necessidades. Você possui esse código e pode aproveitar os repositórios com controle de versão 
para suas tarefas.

• Um SageMaker pipeline que define etapas para preparação de dados, treinamento, avaliação do 
modelo e implantação do modelo, conforme mostrado no diagrama a seguir.

SageMaker Projetos 5285



Amazon SageMaker Guia do Desenvolvedor

• Um pipeline CodePipeline ou Jenkins que executa seu SageMaker pipeline toda vez que você faz 
o check-in de uma nova versão do código. Para obter informações sobre CodePipeline, consulte O 
que é AWS CodePipeline. Para obter informações sobre o Jenkins, consulte a Documentação do 
usuário do Jenkins.

• Um Grupo de modelos que contém versões do modelo. Toda vez que você aprova a versão 
do modelo resultante da execução de um SageMaker pipeline, você pode implantá-la em um 
SageMaker endpoint.

Cada SageMaker projeto tem um nome e uma ID exclusivos que são aplicados como tags a todos 
SageMaker os AWS recursos criados no projeto. Com o nome e o ID, você pode visualizar todas as 
entidades associadas ao seu projeto. Isso inclui:

• Pipelines

• Modelos registrados

• Modelos implantados (endpoints)

• Conjuntos de dados

• Produtos do Service Catalog

• CodePipeline e oleodutos Jenkins

• CodeCommit e repositórios Git de terceiros
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Preciso criar um projeto para usar SageMaker pipelines?

Não. SageMaker pipelines são entidades autônomas, assim como trabalhos de treinamento, 
trabalhos de processamento e outros SageMaker trabalhos. Você pode criar, atualizar e executar 
pipelines diretamente em um notebook usando o SDK do SageMaker Python sem usar um projeto. 
SageMaker

Os projetos fornecem uma camada adicional para ajudar você a organizar seu código e adotar as 
melhores práticas operacionais necessárias para um sistema de qualidade de produção.

SageMaker Permissões de estúdio necessárias para usar projetos

Os usuários podem visualizar os modelos de projeto SageMaker fornecidos e criar projetos com 
esses modelos ao conceder permissões de projetos aos usuários. Você pode conceder essas 
permissões ao integrar ou atualizar o Amazon SageMaker Studio Classic. Há duas permissões a 
serem concedidas.

1. Conceda permissões de projetos ao administrador do Studio Classic para permitir que o 
administrador do Studio Classic visualize os modelos SageMaker fornecidos no console do 
Service Catalog. O administrador pode ver o que outros usuários do Studio Classic criam se 
você conceder a eles permissão para usar SageMaker projetos. O administrador também pode 
visualizar o AWS CloudFormation modelo que os modelos SageMaker de projeto fornecidos 
definem no console do Service Catalog. Para obter informações sobre o Service Catalog, consulte
O que é Service Catalog no Guia do usuário do Service Catalog.

2. Permita que usuários do Studio Classic configurados usem a mesma função de execução do 
domínio para criar projetos. Isso concede aos usuários do Studio Classic permissão para usar os 
modelos SageMaker de projeto fornecidos para criar um projeto a partir do Studio Classic.

Important

Não crie suas funções manualmente. Sempre crie funções por meio das configurações do 
Studio Classic usando as etapas descritas no procedimento a seguir.

Para usuários que usam qualquer função que não seja a função de execução do domínio para 
visualizar e usar os modelos SageMaker de projeto fornecidos, você precisa conceder permissões de
projetos aos perfis de usuário individuais.

SageMaker Permissões de estúdio necessárias para usar projetos 5287

https://docs.aws.amazon.com/servicecatalog/latest/adminguide/introduction.html


Amazon SageMaker Guia do Desenvolvedor

Os procedimentos a seguir mostram como conceder permissões a projetos após a integração com 
o Studio Classic. Para obter mais informações sobre a integração ao Studio Classic, consulteVisão 
geral SageMaker do Amazon Domain.

Como conceder permissões de projetos para o administrador e os usuários do perfil de execução do 
domínio

1. Abra o console de SageMaker .

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Escolha Criar domínio.

5. Se você escolher Configuração rápida para configurar seu SageMaker domínio, você tem 
permissão para usar modelos de projeto por padrão.

6. Se você escolher a configuração padrão para configurar seu SageMaker domínio, certifique-se 
de ativar as seguintes opções ao definir as configurações do Studio Classic:

• Ative os modelos de SageMaker projeto da Amazon e SageMaker JumpStart a Amazon para 
esta conta

• Habilite modelos de SageMaker projetos da Amazon e Amazon SageMaker JumpStart para 
usuários do Studio Classic

7. Para confirmar se seu SageMaker domínio tem permissões ativas de modelo de projeto:

a. Abra o console de SageMaker .

b. No painel de navegação à esquerda, escolha Configurações do administrador.

c. Em Configurações do administrador, escolha Domínios.

d. Selecione o seu domínio.

e. Escolha a guia Configurações do domínio.

f. Em SageMaker Projetos e JumpStart, verifique se as seguintes opções estão ativadas:

• Ative os modelos de SageMaker projeto da Amazon e SageMaker JumpStart a Amazon 
para esta conta

• Habilite modelos de SageMaker projetos da Amazon e Amazon SageMaker JumpStart 
para usuários do Studio Classic

8. Para visualizar uma lista de seus perfis:

a. Abra o console de SageMaker .
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b. No painel de navegação à esquerda, escolha Configurações do administrador.

c. Em Configurações do administrador, escolha Domínios.

d. Selecione o seu domínio.

e. Escolha a guia Configurações do domínio.

f. Uma lista de seus perfis aparece no cartão Apps abaixo da guia Studio.

Important

A partir de 25 de julho, exigimos perfis adicionais para usar modelos de projeto. 
Aqui está a lista completa das funções que você deve ver em Projects:
AmazonSageMakerServiceCatalogProductsLaunchRole
AmazonSageMakerServiceCatalogProductsUseRole
AmazonSageMakerServiceCatalogProductsApiGatewayRole
AmazonSageMakerServiceCatalogProductsCloudformationRole
AmazonSageMakerServiceCatalogProductsCodeBuildRole
AmazonSageMakerServiceCatalogProductsCodePipelineRole
AmazonSageMakerServiceCatalogProductsEventsRole
AmazonSageMakerServiceCatalogProductsFirehoseRole
AmazonSageMakerServiceCatalogProductsGlueRole
AmazonSageMakerServiceCatalogProductsLambdaRole
AmazonSageMakerServiceCatalogProductsExecutionRole
Para as descrições desses perfis, consulte AWSPolíticas gerenciadas para 
SageMaker projetos e JumpStart.

Crie um projeto MLOps usando o Amazon Studio Classic SageMaker

Este procedimento demonstra como criar um projeto MLOps usando o Amazon SageMaker Studio 
Classic.

Pré-requisitos

• Uma conta do IAM ou do IAM Identity Center para fazer login no Studio Classic. Para obter mais 
informações, consulte Visão geral SageMaker do Amazon Domain.

• Permissão para usar modelos SageMaker de projeto fornecidos. Para obter mais informações, 
consulte SageMaker Permissões de estúdio necessárias para usar projetos.
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• Familiaridade básica com a interface de usuário do Studio Classic. Para obter mais informações, 
consulte Visão geral da interface do usuário do Amazon SageMaker Studio Classic.

Para criar um projeto no Studio Classic

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Implantações no menu e, em seguida, selecione Projetos.

4. Escolha Criar projeto.

A guia Criar projeto é aberta exibindo uma lista dos modelos disponíveis.

5. Se ainda não estiver selecionado, escolha SageMaker modelos. Para obter mais informações 
sobre os modelos de projeto, consulte Modelos de projeto de MLOps.

6. Escolha o modelo de MLOps para criar, treinar e implantar modelos.

7. Escolha Selecionar modelo de projeto.

A guia Criar projeto se altera para exibir os detalhes do projeto.

8. Insira as seguintes informações:

• Para obter os Detalhes do projeto, insira um nome e uma descrição para seu projeto.

• Opcionalmente, adicione tags, que são pares de chave-valor que você pode usar para 
monitorar seus projetos.

9. Escolha Criar projeto e aguarde até que o projeto apareça na lista de Projetos.

Modelos de projeto de MLOps

Um modelo de SageMaker projeto da Amazon automatiza a configuração e a implementação de 
MLOPs para seus projetos. Um modelo de SageMaker projeto é um produto do Service Catalog que 
é SageMaker disponibilizado aos usuários do Amazon SageMaker Studio Classic. Esses produtos do 
Service Catalog ficam visíveis no console do Service Catalog depois que você habilita as permissões 
ao integrar ou atualizar o Amazon SageMaker Studio Classic. Para obter informações sobre como 
habilitar permissões para usar modelos de SageMaker projeto, consulteSageMaker Permissões de 
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estúdio necessárias para usar projetos. Use modelos de SageMaker projeto para criar um projeto 
que seja uma solução end-to-end MLOps.

Se você for administrador, poderá criar modelos de projeto personalizados do zero ou modificar 
um dos modelos de projeto fornecidos pelo SageMaker. Os usuários do Studio Classic em sua 
organização podem usar esses modelos de projeto personalizados para criar seus projetos.

Tópicos

• Use SageMaker modelos de projeto fornecidos

• Criar modelos de projetos personalizados

Use SageMaker modelos de projeto fornecidos

SageMaker A Amazon fornece modelos de projeto que criam a infraestrutura necessária para criar 
uma solução MLOps para integração contínua e implantação contínua (CI/CD) de modelos de ML. 
Use esses modelos para processar dados, extrair recursos, treinar e testar modelos, registrar os 
modelos no registro do SageMaker modelo e implantar os modelos para inferência. Você pode 
personalizar o código inicial e os arquivos de configuração para atender aos seus requisitos.

Important

A partir de 25 de julho de 2022, exigimos perfis adicionais para usar modelos de projeto. 
Para obter uma lista completa das funções necessárias e instruções sobre como criá-las, 
consulte SageMaker Permissões de estúdio necessárias para usar projetos. Se você não 
tiver as novas funções, receberá a mensagem de erro Não CodePipeline está autorizado 
a desempenhar AssumeRole na função arn:aws:iam: :xxx:role/service-role/ ao tentar 
AmazonSageMakerServiceCatalogProductsCode PipelineRole criar um novo projeto e não 
conseguir continuar.

SageMaker os modelos de projeto oferecem a seguinte opção de repositórios de código, ferramentas 
de automação de fluxo de trabalho e estágios de pipeline:

• Repositório de código: AWS CodeCommit ou repositórios Git de terceiros, como e Bitbucket 
GitHub

• Automação do fluxo de trabalho de CI/CD: AWS CodePipeline ou Jenkins

• Estágios do pipeline: construção e treinamento do modelo, implantação do modelo ou ambos
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A discussão a seguir fornece uma visão geral de cada modelo que você pode escolher ao criar 
seu SageMaker projeto. Você também pode visualizar os modelos disponíveis no Studio Classic 
seguindo a Etapa 1: Criar o projeto do passo a passo do projeto.

Para step-by-step obter instruções sobre como criar um projeto real, você pode seguir uma das 
orientações do projeto:

• Se você quiser usar o modelo Modelo de MLOps para criação, treinamento e implantação de 
modelos, consulte SageMaker Passo a passo do projeto MLOps.

• Se você quiser usar o modelo Modelo MLOps para criação, treinamento e implantação de modelos 
com repositórios Git de terceiros usando CodePipeline, consulte SageMaker Passo a passo do 
projeto MLOps usando repositórios Git de terceiros.

• Se você quiser usar o modeloModelo de MLOps para criação, treinamento e implantação de 
repositórios Git de terceiros usando o Jenkins, consulte Criar SageMaker projetos da Amazon 
usando controle de origem de terceiros e Jenkins.

Tópicos

• Modelo de MLOps para criação, treinamento e implantação de modelos

• Modelo MLOps para criação de modelos, treinamento, implantação e Amazon SageMaker Model 
Monitor

• Modelo de MLOps para criação de imagens, criação de modelos e implantação de modelos

• Modelo MLOps para criação, treinamento e implantação de modelos com repositórios Git de 
terceiros usando CodePipeline

• Modelo de MLOps para criação, treinamento e implantação de repositórios Git de terceiros usando 
o Jenkins

• Implantação de modelos para o Salesforce

• Atualize SageMaker projetos para usar repositórios Git de terceiros

Modelo de MLOps para criação, treinamento e implantação de modelos

Esse modelo é uma combinação dos dois modelos a seguir, cada um dos quais pode ser usado de 
forma independente e contém todos os recursos fornecidos nesses modelos.

• Repositório de código: AWS CodeCommit

• Automação do fluxo de trabalho de CI/CD: AWS CodePipeline
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Modelo de MLOps para criação e treinamento de modelos

Use esse modelo quando quiser uma solução MLOps para processar dados, extrair recursos, 
treinar e testar modelos e registrar os modelos no registro do SageMaker modelo.

Este modelo fornece os seguintes recursos:

• Um AWS CodeCommit repositório que contém código de amostra que cria um SageMaker 
pipeline da Amazon em código Python e mostra como criar e atualizar SageMaker o pipeline. 
Esse repositório também tem um exemplo de notebook Python que você pode abrir e executar 
no Studio Classic.

• Um pipeline AWS CodePipeline que tem etapas de origem e criação. A etapa de origem aponta 
para o CodeCommit repositório. A etapa de construção obtém o código desse repositório, 
cria e atualiza o SageMaker pipeline, inicia a execução do pipeline e aguarda a conclusão da 
execução do pipeline.

• Um bucket do Amazon S3 para armazenar artefatos, inclusive artefatos, CodePipeline e 
quaisquer CodeBuild artefatos gerados a partir da execução do pipeline. SageMaker

O diagrama a seguir ilustra o fluxo de trabalho e os recursos da AWS usados por esse modelo 
para ajudar você a criar e treinar seus modelos.

Modelos 5293



Amazon SageMaker Guia do Desenvolvedor

Modelo de MLOps para implantação do modelo

Use esse modelo para automatizar a implantação de modelos no registro de modelos em 
SageMaker endpoints para inferência em tempo real. SageMaker Esse modelo reconhece as 
alterações no registro do modelo. Quando uma nova versão do modelo é registrada e aprovada, 
ela inicia automaticamente uma implantação.

O modelo provisiona um CodeCommit repositório com arquivos de configuração para especificar 
as etapas de implantação do modelo, AWS CloudFormation modelos para definir endpoints como 
infraestrutura e código inicial para testar o endpoint.

Este modelo fornece os seguintes recursos:

• Um repositório AWS CodeCommit que contém código de amostra que implanta modelos aos 
endpoints em ambientes de preparação e produção.

• Um AWS CodePipeline pipeline que tem origem deploy-to-staging, construção e deploy-to-
production etapas. A etapa de origem aponta para o CodeCommit repositório, e a etapa de 
criação obtém o código desse repositório e gera CloudFormation pilhas para implantação. As 
deploy-to-production etapas deploy-to-staging e implantam as CloudFormation pilhas em seus 
respectivos ambientes. Há uma etapa de aprovação manual entre as etapas de criação da 
preparação e produção, de modo que um engenheiro de MLOps deve aprovar o modelo antes 
de ser implantado na produção.

Há também uma etapa de aprovação programática com testes de espaço reservado no código 
de exemplo no CodeCommit repositório. Você pode adicionar testes adicionais para substituir 
os testes de espaço reservado.

• Um bucket do Amazon S3 para armazenar artefatos, inclusive artefatos, CodePipeline e 
quaisquer CodeBuild artefatos gerados a partir da execução do pipeline. SageMaker

• Um CloudWatch evento para iniciar o pipeline quando uma versão do pacote modelo é 
aprovada ou rejeitada.

O diagrama a seguir ilustra o fluxo de trabalho e os recursos da AWS usados por esse modelo 
para ajudar você a implantar seus modelos.
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Conforme mencionado anteriormente, consulte Passo a passo do Projeto para ver uma 
demonstração que usa esse modelo para criar um projeto real.

Modelo MLOps para criação de modelos, treinamento, implantação e Amazon SageMaker Model 
Monitor

Esse modelo é uma extensão do modelo MLOps para criação, treinamento e implantação de 
modelos. Ele inclui os componentes de criação, treinamento e implantação do modelo e um modelo 
adicional do Amazon SageMaker Model Monitor que fornece os seguintes tipos de monitoramento:

• Qualidade dos dados: monitora a variação na qualidade dos dados.

• Qualidade do modelo: monitora a variação nas métricas de qualidade do modelo, como a precisão.

• Desvio de polarização para modelos em produção: monitore o desvio nas previsões de um 
modelo.

• Repositório de código: AWS CodeCommit

• Automação do fluxo de trabalho de CI/CD: AWS CodePipeline
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Modelo MLOps para Amazon SageMaker Model Monitor

Você pode usar esse modelo para uma solução MLOps para implantar um ou mais monitores de 
qualidade de SageMaker dados, qualidade do modelo, viés do modelo e explicabilidade do modelo 
da Amazon para monitorar um modelo implantado em um endpoint de inferência. SageMaker

Este modelo fornece os seguintes recursos:

• Um AWS CodeCommit repositório que contém exemplos de código Python que obtém as
linhas de base usadas pelos monitores do Registro de Modelos e SageMaker atualiza os 
parâmetros do modelo para os ambientes de preparação e produção. Ele também contém um 
AWS CloudFormation modelo para criar os Amazon SageMaker Model Monitors.

• Um AWS CodePipeline pipeline que tem etapas de origem, criação e implantação. A etapa 
de origem aponta para o CodePipeline repositório. A etapa de criação obtém o código desse 
repositório, obtém a linha de base do Registro do modelo e atualiza os parâmetros do modelo 
para os ambientes de preparação e produção. As etapas de implantação implantam os monitores 
configurados nos ambientes de preparação e produção. A etapa de aprovação manual, dentro do
DeployStaging estágio, exige que você verifique se o SageMaker ponto final da produção está
InService antes de aprovar e passar para o DeployProd estágio.

• O modelo usa o mesmo bucket S3 criado pelo modelo de MLOps para criação, treinamento e 
implantação de modelos para armazenar as saídas dos monitores.

• Duas regras de EventBridge eventos da Amazon iniciam o Amazon SageMaker Model Monitor 
AWS CodePipeline sempre que o SageMaker endpoint de teste é atualizado ou uma alteração de 
código é confirmada no repositório. CodePipeline

Modelo de MLOps para criação de imagens, criação de modelos e implantação de modelos

Este modelo é uma extensão de Modelo de MLOps para criação, treinamento e implantação de 
modelos. Ele inclui os componentes de criação, treinamento e implantação do modelo e as seguintes 
opções:

• Incluir pipeline de criação de imagem de processamento

• Inclur um pipeline de criação de imagens de treinamento

• Incluir um pipeline de criação de imagens de inferência

Para cada um dos componentes selecionados durante a criação do projeto, o seguinte é criado ao 
usar o modelo:
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• Um repositório do Amazon ECR

• Uma SageMaker imagem

• Um CodeCommit repositório contendo um Dockerfile que você pode personalizar

• Um CodePipeline que é iniciado por alterações no CodePipeline repositório

• Um CodeBuild projeto que cria uma imagem do Docker e a registra no repositório Amazon ECR

• Uma EventBridge regra que inicia o CodePipeline em um cronograma

Quando o CodePipeline é iniciado, ele cria um novo contêiner Docker e o registra em um repositório 
Amazon ECR. Quando um novo contêiner é registrado no repositório Amazon ECR, um novo
ImageVersion é adicionado à SageMaker imagem. Isso inicia o pipeline de criação do modelo, que 
por sua vez inicia o pipeline de implantação.

A imagem recém-criada é usada nas partes de criação, treinamento e implantação do modelo do 
fluxo de trabalho, quando aplicável.

Modelo MLOps para criação, treinamento e implantação de modelos com repositórios Git de terceiros 
usando CodePipeline

• Repositório de código: Git de terceiros. Estabeleça a AWS CodeStar conexão da sua AWS conta 
com seu GitHub usuário ou organização. Adicione uma tag com a chave do sagemaker e o valor
true a essa conexão AWS CodeStar.

• Automação do fluxo de trabalho de CI/CD: AWS CodePipeline

Este modelo fornece os seguintes recursos:

• Associações com um ou mais repositórios Git especificados pelo cliente.

• Um AWS CodePipeline pipeline que tem origem deploy-to-staging, construção e deploy-to-
production etapas. A etapa de origem aponta para o repositório Git de terceiros e a etapa de 
criação obtém o código desse repositório e gera CloudFormation pilhas para implantação. As 
deploy-to-production etapas deploy-to-staging e implantam as CloudFormation pilhas em seus 
respectivos ambientes. Há uma etapa de aprovação manual entre as etapas de criação da 
preparação e produção, de modo que um engenheiro de MLOps deve aprovar o modelo antes de 
ser implantado na produção.

• Um projeto do AWS CodeBuild para preencher os repositórios Git com as informações do código 
inicial. Isso requer uma conexão AWS CodeStar da sua conta AWS com a sua conta no host do 
repositório Git.
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• Um bucket do Amazon S3 para armazenar artefatos, inclusive artefatos, CodePipeline e quaisquer 
CodeBuild artefatos gerados a partir da execução do pipeline. SageMaker

Conforme mencionado anteriormente, consulte o Passo a passo do projeto usando repositórios Git 
de terceiros para ver uma demonstração que usa esse modelo para criar um projeto real.

Modelo de MLOps para criação, treinamento e implantação de repositórios Git de terceiros usando o 
Jenkins

• Repositório de código: Git de terceiros. Estabeleça a AWS CodeStar conexão da sua AWS conta 
com seu GitHub usuário ou organização. Adicione uma tag com a chave sagemaker e o valor
true a essa conexão AWS CodeStar.

• Automação do fluxo de trabalho de CI/CD: Jenkins

Este modelo fornece os seguintes recursos:

• Associações com um ou mais repositórios Git especificados pelo cliente.

• Código inicial para gerar pipelines Jenkins que têm origem deploy-to-staging, construção e deploy-
to-production etapas. A etapa de fonte destina-se ao repositório Git especificado pelo cliente. A 
etapa de construção obtém o código desse repositório e gera duas CloudFormation pilhas. As 
etapas de implantação implantam as CloudFormation pilhas em seus respectivos ambientes. Há 
uma etapa de aprovação entre a etapa de preparação e a etapa de produção.

• Um projeto AWS CodeBuild para preencher os repositórios Git com as informações do código 
inicial. Isso requer uma conexão AWS CodeStar da sua conta AWS com a sua conta no host do 
repositório Git.

• Um bucket do Amazon S3 para armazenar artefatos do SageMaker projeto e do pipeline. 
SageMaker

O modelo cria a associação entre seu projeto e os repositórios de controle de fonte, mas você 
precisa realizar etapas manuais adicionais para estabelecer a comunicação entre sua conta AWS e 
o Jenkins. Para ver as etapas detalhadas, consulte Criar SageMaker projetos da Amazon usando o 
controle de origem de terceiros e o Jenkins.

As instruções ajudam você a criar a arquitetura mostrada no diagrama a seguir, com GitHub o 
repositório de controle de origem neste exemplo. Conforme mostrado, você anexará seu repositório 
Git ao projeto para verificar e gerenciar as versões do código. O Jenkins inicia o pipeline de 

Modelos 5298

https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-projects-walkthrough-3rdgit.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-projects-walkthrough-3rdgit.html
https://aws.amazon.com/blogs/machine-learning/create-amazon-sagemaker-projects-using-third-party-source-control-and-jenkins/
https://aws.amazon.com/blogs/machine-learning/create-amazon-sagemaker-projects-using-third-party-source-control-and-jenkins/


Amazon SageMaker Guia do Desenvolvedor

construção do modelo quando detecta alterações no código de criação do modelo no repositório Git. 
Você também conectará o projeto ao Jenkins para orquestrar as etapas de implantação do modelo, 
que começam quando você aprova o modelo registrado no registro do modelo ou quando o Jenkins 
detecta alterações no código de implantação do modelo.

Em resumo, as etapas o orientam pelas seguintes tarefas:

1. Estabeleça a conexão entre suas GitHub contas AWS e as suas.

2. Criar a conta do Jenkins e importe os plug-ins necessários.

3. Criar a política de usuários e permissões do IAM do Jenkins.

4. Definir as credenciais AWS para o usuário do IAM do Jenkins no seu servidor do Jenkins.

5. Criar um token de API para comunicação com seu servidor do Jenkins.

6. Use um CloudFormation modelo para configurar uma EventBridge regra para monitorar o registro 
de modelos recém-aprovados.

7. Crie o SageMaker projeto, que alimenta seus GitHub repositórios com código de criação e 
implantação de modelos.

8. Criar seu pipeline de criação de modelo do Jenkins com o código inicial de criação do modelo.

9. Criar seu pipeline de implantação de modelo do Jenkins com o código inicial de implantação do 
modelo.
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Implantação de modelos para o Salesforce

• Repositório de código: AWS CodeCommit

• Automação do fluxo de trabalho de CI/CD: AWS CodePipeline

Este modelo fornece os seguintes recursos:

• Um AWS CodeCommit repositório que contém código de amostra que cria um SageMaker pipeline 
da Amazon em código Python e mostra como criar e atualizar o pipeline. Esse repositório também 
tem um notebook Python Jupyter que você pode abrir e executar no Studio Classic.

• Um pipeline AWS CodePipeline que tem etapas de origem e criação. A etapa de origem aponta 
para o CodeCommit repositório. A etapa de construção obtém o código do repositório, cria e 
atualiza o SageMaker pipeline, inicia a execução do pipeline e aguarda a conclusão da execução 
do pipeline.

• Um bucket do Amazon S3 para armazenar artefatos, inclusive artefatos, CodePipeline e quaisquer 
CodeBuild artefatos gerados a partir da execução do pipeline. SageMaker

Talvez seu administrador precise realizar configurações adicionais para permitir o acesso aos dados 
do Salesforce Data Cloud ao SageMaker Studio para criar modelos de IA/ML. Veja a visão geral da 
solução na postagem do blog Use a integração Amazon SageMaker e Salesforce Data Cloud para 
potencializar seus aplicativos Salesforce com IA/ML para obter informações e instruções detalhadas.

O diagrama a seguir ilustra o fluxo de trabalho de alto nível usado por esse modelo para ajudá-lo 
a criar e treinar os modelos. Depois de configurar uma conexão entre o Salesforce Data Cloud e o 
Data Wrangler e pré-processar seus dados, use o modelo de projeto Implantação de modelos para 
o Salesforce para automatizar o treinamento e a implantação do modelo. O modelo fornece código 
de implantação de modelo personalizável e um exemplo de caderno AWS CodePipeline para treinar 
seu modelo e registrá-lo no registro do SageMaker modelo. Depois de aprovar o modelo, o endpoint 
é exposto ao Salesforce como uma API por meio do Gateway da API, e os clientes podem começar a 
fazer previsões com o modelo implantado de dentro do Salesforce.

Note

Este modelo permite as versões 1.0 e 1.1 da política Transport Layer Security (TLS) para 
a configuração do Gateway da API. Você pode tornar essa configuração mais segura com 
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nomes de domínio personalizados. Para obter detalhes, consulte Configurar nomes de 
domínio personalizados para APIs REST.

A postagem do blog Use a integração da Amazon SageMaker e do Salesforce Data Cloud para 
potencializar seus aplicativos Salesforce com IA/ML fornece instruções detalhadas para guiá-lo nas 
seguintes etapas:

1. Selecione o modelo de projeto Implantação do modelo para Salesforce e forneça o nome 
secreto do gerente.

2. Clone o repositório para usar a amostra personalizável SageMaker fornecida pelo notebook e o 
código de implantação do modelo.

3. Pré-processe seus dados com o Data Wrangler.

a. Crie uma conexão com o Salesforce Data Cloud e importe dados para o Data Wrangler.

b. Use o Data Wrangler para preparar os dados com alguns exemplos de transformações.

c. Inicie um trabalho de processamento para processar os dados usando sua configuração do 
Data Wrangler.
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4. Treine o modelo.

5. Registre seu modelo no registro de modelos.

6. Aprove seu modelo no registro de modelos.

7. Visualize seu endpoint no SageMaker console.

8. Invoque o URL da API do Salesforce Einstein Studio para registrar e usar as inferências do 
modelo no Einstein Studio.

O diagrama a seguir mostra com mais detalhes o fluxo de trabalho e AWS os recursos usados pelo 
modelo de SageMaker projeto com o Salesforce Data Cloud Integration.

Atualize SageMaker projetos para usar repositórios Git de terceiros

A política gerenciada anexada ao perfil AmazonSageMakerServiceCatalogProductsUseRole
foi atualizada em 27 de julho de 2021 para uso com modelos Git de terceiros. Os usuários que se 
inscrevem no Amazon SageMaker Studio Classic após essa data e habilitam modelos de projeto 
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usam a nova política. Os usuários que se inscreveram antes dessa data devem atualizar a política 
para usar esses modelos. Use uma das seguintes opções para atualizar a política:

• Excluir função e alternar as configurações do Studio Classic

1. No console do IAM, exclua AmazonSageMakerServiceCatalogProductsUseRole.

2. No painel de controle do Studio Classic, escolha Editar configurações.

3. Alterne as duas configurações e escolha Enviar.

• No console do IAM, adicione as seguintes permissões ao
AmazonSageMakerServiceCatalogProductsUseRole:

{ 
      "Effect": "Allow", 
      "Action": [ 
          "codestar-connections:UseConnection" 
      ], 
      "Resource": "arn:aws:codestar-connections:*:*:connection/*", 
      "Condition": { 
          "StringEqualsIgnoreCase": { 
              "aws:ResourceTag/sagemaker": "true" 
          } 
      } 
  }, 
  { 
      "Effect": "Allow", 
      "Action": [ 
          "s3:PutObjectAcl" 
      ], 
      "Resource": [ 
          "arn:aws:s3:::sagemaker-*" 
      ] 
  }

Criar modelos de projetos personalizados

Se os modelos SageMaker fornecidos não atenderem às suas necessidades (por exemplo, você 
quiser ter uma orquestração mais complexa CodePipeline com vários estágios ou etapas de 
aprovação personalizadas), crie seus próprios modelos.
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Recomendamos começar usando os modelos SageMaker fornecidos para entender como organizar 
seu código e recursos e criar com base neles. Para fazer isso, depois de habilitar o acesso 
do administrador aos SageMaker modelos, faça login em https://console.aws.amazon.com/ 
servicecatalog/, escolha Portfólios e escolha Importado. Para obter informações sobre o Service 
Catalog, consulte Visão geral do Service Catalog no Guia do usuário do Service Catalog.

Crie seus próprios modelos de projeto para personalizar seu projeto MLOps. SageMaker os modelos 
de projeto são produtos provisionados pelo Service Catalog para provisionar os recursos para seu 
projeto MLOps.

Para criar um modelo de projeto personalizado, conclua as etapas a seguir.

1. Crie um portfólio. Para obter informações, consulte Etapa 3: criar um portfólio do Service 
Catalog.

2. Crie um novo produto. Um produto é um CloudFormation modelo. Você pode criar várias 
versões do produto. Para obter informações, consulte Etapa 4: criar um produto do Service 
Catalog.

Para que o produto funcione com SageMaker projetos, adicione os seguintes parâmetros ao seu 
modelo de produto.

SageMakerProjectName:
Type: String
Description: Name of the project

SageMakerProjectId:
Type: String
Description: Service generated Id of the project.

Important

Recomendamos que você agrupe o CodeCommit repositório no repositório de 
SageMaker código para que os repositórios do projeto fiquem visíveis no modo VPC. 
O modelo de exemplo e a adição necessária são mostrados nos exemplos de código a 
seguir.
Modelo original (exemplo):

ModelBuildCodeCommitRepository: 
    Type: AWS::CodeCommit::Repository 
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    Properties: 
      # Max allowed length: 100 chars 
      RepositoryName: !Sub sagemaker-${SageMakerProjectName}-
${SageMakerProjectId}-modelbuild # max: 10+33+15+10=68 
      RepositoryDescription: !Sub SageMaker Model building workflow 
 infrastructure as code for the Project ${SageMakerProjectName} 
      Code: 
        S3: 
          Bucket: SEEDCODE_BUCKETNAME
          Key: toolchain/model-building-workflow-v1.0.zip 
        BranchName: main

Conteúdo adicional a ser adicionado no modo VPC:

SageMakerRepository: 
    Type: AWS::SageMaker::CodeRepository 
    Properties: 
        GitConfig: 
            RepositoryUrl: !GetAtt 
 ModelBuildCodeCommitRepository.CloneUrlHttp 
            Branch: main

3. Adicione uma restrição de execução. Uma restrição de execução designa um perfil do IAM que 
o Service Catalog assume quando um usuário final executa um produto. Para obter informações, 
consulte Etapa 6: adicionar uma restrição de execução para atribuir um Perfil do &IAM.

4. Provisione o produto em https://console.aws.amazon.com/servicecatalog/ para testar o modelo. 
Se você estiver satisfeito com seu modelo, continue com a próxima etapa para disponibilizá-lo 
no Studio Classic.

5. Conceda acesso ao portfólio do Service Catalog que você criou na etapa 1 para sua função 
de execução do Studio Classic. Use a função de execução de domínio do Studio Classic ou 
uma função de usuário que tenha acesso ao Studio Classic. Para obter informações sobre 
como adicionar um perfil ao portfólio, consulte Etapa 7: conceder aos usuários finais acesso ao 
portfólio.

6. Para disponibilizar seu modelo de projeto na lista de modelos de organização no Studio Classic, 
crie uma tag com a chave e o valor a seguir para o produto Service Catalog que você criou na 
etapa 2.

• chave: sagemaker:studio-visibility

• valor: true
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Depois de concluir essas etapas, os usuários do Studio Classic em sua organização podem criar um 
projeto com o modelo que você criou seguindo as etapas Crie um projeto MLOps usando o Amazon 
Studio Classic SageMaker  e escolhendo Modelos de organização ao escolher um modelo.

Visualizar recursos do projeto

Depois de criar um projeto, visualize os recursos associados ao projeto no Amazon SageMaker 
Studio Classic.

Para criar um projeto no Studio Classic

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Implantações no menu e, em seguida, selecione Projetos.

4. Selecione o nome do projeto cujos detalhes você deseja visualizar.

Uma aba com os detalhes do projeto será exibida.

Na aba de detalhes do projeto, você poderá visualizar as seguintes entidades associadas ao projeto.

• Repositórios: repositórios de código (repositórios) associados a este projeto. Se você usar um 
modelo SageMaker fornecido ao criar seu projeto, ele criará um AWS CodeCommit repositório ou 
um repositório Git de terceiros. Para obter mais informações sobre CodeCommit, consulte O que é 
AWS CodeCommit.

• Pipelines: pipelines de SageMaker ML que definem etapas para preparar dados, treinar e implantar 
modelos. Para obter informações sobre pipelines de SageMaker ML, consulteCrie e gerencie 
SageMaker pipelines.

• Experimentos: um ou mais experimentos do Amazon SageMaker Autopilot associados ao projeto. 
Para obter informações sobre o Autopilot, consulte SageMaker Piloto automático.

• Grupos de modelos: grupos de versões de modelo que foram criadas por execuções de pipeline 
no projeto. Para obter informações sobre grupos de modelo, consulte Criar um grupo de modelos.

• Endpoints: SageMaker endpoints que hospedam modelos implantados para inferência em tempo 
real. Quando uma versão do modelo é aprovada, ela é implantada em um endpoint.
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• Configurações: configurações do projeto. Isso inclui o nome e a descrição do projeto, informações 
sobre o modelo do projeto e SourceModelPackageGroupName e metadados sobre o projeto.

Atualizar um projeto MLOps no Amazon Studio Classic SageMaker

Este procedimento demonstra como atualizar um projeto MLOps no Amazon SageMaker Studio 
Classic. Você pode atualizar a Descrição, a versão do modelo e os parâmetros do modelo.

Pré-requisitos

• Uma conta do IAM ou do IAM Identity Center para fazer login no Studio Classic. Para obter mais 
informações, consulte Visão geral SageMaker do Amazon Domain.

• Familiaridade básica com a interface de usuário do Studio Classic. Para obter mais informações, 
consulte Visão geral da interface do usuário do Amazon SageMaker Studio Classic.

• Adicione as seguintes políticas personalizadas em linha aos perfis especificados:

Perfil criado pelo usuário com AmazonSageMakerFullAccess

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "servicecatalog:CreateProvisionedProductPlan", 
                "servicecatalog:DescribeProvisionedProductPlan", 
                "servicecatalog:DeleteProvisionedProductPlan" 
            ], 
            "Resource": "*" 
        } 
    ]
}

AmazonSageMakerServiceCatalogProductsLaunchRole

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
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            "Action": [ 
                "cloudformation:CreateChangeSet", 
                "cloudformation:DeleteChangeSet", 
                "cloudformation:DescribeChangeSet" 
            ], 
            "Resource": "arn:aws:cloudformation:*:*:stack/SC-*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "codecommit:PutRepositoryTriggers" 
            ], 
            "Resource": "arn:aws:codecommit:*:*:sagemaker-*" 
        } 
    ]
}

Para atualizar um projeto no Studio Classic

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Implantações no menu e, em seguida, selecione Projetos. Uma lista de seus projetos 
será exibida.

4. Selecione o nome do projeto que você deseja atualizar na lista de projetos.

5. Escolha Atualizar no menu Ações no canto superior direito da aba do projeto.

6. Na caixa de diálogo Atualizar projeto, você pode editar a Descrição e os parâmetros listados do 
modelo.

7. Escolha Visualizar diferença.

Uma caixa de diálogo exibirá as configurações originais e atualizadas do projeto. Qualquer 
alteração nas configurações do seu projeto pode modificar ou excluir recursos no projeto atual. A 
caixa de diálogo também exibirá essas alterações.

8. Talvez seja necessário aguardar alguns minutos para que o botão Atualizar fique ativo. Escolha
Atualizar.
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9. A atualização do projeto pode levar alguns minutos para ser concluída. Selecione Configurações
na aba do projeto e verifique se os parâmetros foram atualizados corretamente.

Excluir um projeto MLOps usando o Amazon Studio Classic SageMaker

Este procedimento demonstra como excluir um projeto MLOps usando o Amazon SageMaker Studio 
Classic.

Pré-requisitos

Note

Você só pode excluir projetos no Studio Classic que você criou. Essa condição faz parte da 
permissão do catálogo de serviços servicecatalog:TerminateProvisionedProduct
na política AmazonSageMakerFullAccess. Se necessário, você poderá atualizar essa 
política para remover essa condição.

• Uma conta do IAM ou do IAM Identity Center para fazer login no Studio Classic. Para obter mais 
informações, consulte Visão geral SageMaker do Amazon Domain.

• Familiaridade básica com a interface de usuário do Studio Classic. Para obter mais informações, 
consulte Visão geral da interface do usuário do Amazon SageMaker Studio Classic.

Para excluir um projeto no Amazon SageMaker Studio Classic

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Implantações no menu e, em seguida, selecione Projetos.

4. Selecione na o projeto de destino na lista suspensa. Se você não vir seu projeto, digite o nome 
do projeto e aplique o filtro para encontrá-lo.

5. Depois de encontrar seu projeto, selecione o nome do projeto para ver os detalhes.

6. Escolha Excluir no menu Ações.

7. Confirme sua escolha escolhendo Excluir na janela Excluir projeto.
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SageMaker Passo a passo do projeto MLOps

Este passo a passo usa o modelo Modelo de MLOps para criação, treinamento e implantação de 
modelos para demonstrar o uso de projetos de MLOps para criar um sistema de CI/CD para criar, 
treinar e implantar modelos.

Pré-requisitos

Para concluir este passo a passo, você precisa de:

• Uma conta do IAM ou do IAM Identity Center para fazer login no Studio Classic. Para obter mais 
informações, consulte Visão geral SageMaker do Amazon Domain.

• Permissão para usar modelos SageMaker de projeto fornecidos. Para obter mais informações, 
consulte SageMaker Permissões de estúdio necessárias para usar projetos.

• Familiaridade básica com a interface de usuário do Studio Classic. Para obter mais informações, 
consulte Visão geral da interface do usuário do Amazon SageMaker Studio Classic.

Tópicos

• Etapa 1: criar o projeto

• Etapa 2: clonar o Repositório de Código

• Etapa 3: fazer uma alteração no código

• Etapa 4: aprovar o modelo

• (Opcional) Etapa 5: implantar a versão do modelo na produção

• Etapa 6: limpar os recursos

Etapa 1: criar o projeto

Nesta etapa, você cria um projeto SageMaker MLOps usando um modelo SageMaker de projeto 
fornecido para criar, treinar e implantar modelos.

Para criar o projeto SageMaker MLOps

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

Passo a passo do projeto 5310



Amazon SageMaker Guia do Desenvolvedor

3. Selecione Implantações no menu e, em seguida, selecione Projetos.

4. Escolha Criar projeto.

A aba Criar projeto será exibida.

5. Se ainda não estiver selecionado, escolha SageMaker modelos e, em seguida, escolha o
modelo MLOps para criação, treinamento e implantação do modelo.

6. Para obter os Detalhes do projeto, insira um nome e uma descrição para o projeto.

Quando o projeto aparecer na lista de Projetos com o Status de Criação concluída, prossiga para a 
próxima etapa.

Important

A partir de 25 de julho de 2022, exigimos perfis adicionais para usar modelos de 
projeto. Se você ver que a mensagem de erro não CodePipeline está autorizado 
a desempenhar AssumeRole na função arn:aws:iam: :xxx:role/service-role/ 
AmazonSageMakerServiceCatalogProductsCode PipelineRole, consulte as etapas 5 a 6 de 
para obter uma lista completa das funções necessárias e instruções sobre como criá-las.
SageMaker Permissões de estúdio necessárias para usar projetos

Etapa 2: clonar o Repositório de Código

Depois de criar o projeto, dois CodeCommit repositórios são criados no projeto. Um dos repositórios 
contém o código para criar e treinar um modelo e outro contém o código para implantar o modelo. 
Nesta etapa, você clona o repositório em seu SageMaker projeto local que contém o código para 
criar e treinar o modelo no ambiente local do Studio Classic para que você possa trabalhar com o 
código.

Para clonar o repositório de código

1. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

2. Selecione Implantações no menu e, em seguida, selecione Projetos.

3. Selecione o projeto que você criou na etapa anterior para abrir a aba do projeto.
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4. Na aba do projeto, escolha Repositórios e, na coluna Caminho local do repositório que termina 
com modelbuild, escolha clone repo....

5. Na caixa de diálogo exibida, aceite os padrões e escolha Clonar repositório.

Quando a clonagem do repositório estiver concluída, o caminho local aparecerá na coluna
Caminho local. Escolha o caminho para abrir a pasta local que contém o código do repositório 
no Studio Classic.

Etapa 3: fazer uma alteração no código

Agora, faça uma alteração no código do pipeline que cria o modelo e verifique a alteração para iniciar 
uma nova execução do pipeline. A execução do pipeline registra uma nova versão do modelo.

Para fazer uma alteração no código

1. No Studio Classic, escolha o ícone do navegador de arquivos 

( ) 
e navegue até a pipelines/abalone pasta. Clique duas vezes em pipeline.py para abrir 
o arquivo de código.

2. No arquivo pipeline.py, encontre a linha que define o tipo de instância de treinamento.

training_instance_type = ParameterString( 

Passo a passo do projeto 5312



Amazon SageMaker Guia do Desenvolvedor

        name="TrainingInstanceType", default_value="ml.m5.xlarge"

Altere ml.m5.xlarge para ml.m5.large e digite Ctrl+S para salvar a alteração.

3. Escolha o ícone Git

( ). 
Organize, confirme e promova a mudança em pipeline.py. Além disso, insira um resumo no 
campo Resumo e uma descrição opcional no campo Descrição. Para obter informações sobre 
como usar o Git no Studio Classic, consulte. Clone um repositório SageMaker Git no Studio 
Classic
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Depois de enviar sua alteração de código, o sistema de MLOps iniciará uma execução do pipeline 
que cria uma nova versão do modelo. Na próxima etapa, você aprovará a nova versão do modelo 
para implantá-la na produção.

Etapa 4: aprovar o modelo

Agora você aprova a nova versão do modelo que foi criada na etapa anterior para iniciar a 
implantação da versão do modelo em um SageMaker endpoint.

Para aprovar a versão do modelo

1. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

2. Selecione Implantações no menu e, em seguida, selecione Projetos.

3. Selecione o nome do projeto que você criou na primeira etapa para abrir a aba do projeto.

4. Na aba do projeto, escolha Grupos de modelos e clique duas vezes no nome do grupo de 
modelos que aparecer.

A aba do grupo de modelos será exibida.

5. Na guia do grupo de modelos, clique duas vezes em Versão 1. A aba da Versão 1 abrirá. 
Escolha Atualizar status.

6. Na caixa de diálogo Atualizar status da versão do modelo do modelo, na lista suspensa Status, 
selecione Aprovar e escolha Atualizar status.

A aprovação da versão do modelo faz com que o sistema de MLOps implante o modelo em 
teste. Para visualizar o endpoint, escolha a guia Endpoints na aba do projeto.

(Opcional) Etapa 5: implantar a versão do modelo na produção

Agora você pode implantar a versão do modelo no ambiente de produção.

Note

Para concluir essa etapa, você precisa ser administrador no seu domínio do Studio Classic. 
Se você não for administrador, ignore esta etapa.
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Para implantar a versão do modelo no ambiente de produção

1. Faça login no CodePipeline console em https://console.aws.amazon.com/codepipeline/

2. Escolha Pipelines e, em seguida, escolha o pipeline com o nome
sagemaker-projectname-projectid-modeldeploy, em que projectname é o nome do seu 
projeto e projectid é o ID do seu projeto.

3. No DeployStagingestágio, escolha Revisar.

4. Na caixa de diálogo Revisar, escolha Aprovar.

A aprovação do DeployStagingestágio faz com que o sistema MLOps implemente o modelo na 
produção. Para visualizar o endpoint, escolha a guia Endpoints na guia do projeto no Studio 
Classic.

Etapa 6: limpar os recursos

Para parar de incorrer em cobranças, limpe os recursos que foram criados neste passo a passo. 
Para fazer isso, conclua as seguintes etapas.

Note

Para excluir a AWS CloudFormation pilha e o bucket do Amazon S3, você precisa ser 
administrador no Studio Classic. Se você não for administrador, peça ao administrador que 
conclua essas etapas.

1. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

2. Selecione Implantações no menu e, em seguida, selecione Projetos.

3. Selecione na o projeto de destino na lista suspensa. Se você não vir seu projeto, digite o nome 
do projeto e aplique o filtro para encontrá-lo.

4. Você pode excluir um projeto do Studio Classic de uma das seguintes formas:

a. Você pode excluir o projeto da lista de projetos.

Clique com o botão direito do mouse no projeto de destino e escolha Excluir na lista 
suspensa.
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Note

Essa funcionalidade é compatível com a versão v3.17.1 ou superior do Studio 
Classic. Para ter mais informações, consulte Desligue e atualize o SageMaker 
Studio Classic.

b. Você pode excluir um projeto na seção Detalhes do projeto.

i. Depois de encontrar seu projeto, clique duas vezes nele para ver seus detalhes no 
painel principal.

ii. Escolha Excluir no menu Ações.

5. Confirme sua escolha escolhendo Excluir na janela Excluir projeto.

Essa ação exclui o produto provisionado pelo Service Catalog que o projeto criou. Isso inclui os 
CodeBuild recursos CodeCommit CodePipeline,, e criados para o projeto.

6. Exclua as pilhas do AWS CloudFormation criadas pelo projeto. Existem 
duas pilhas, uma para preparação e outra para produção. Os nomes das 
pilhas são sagemaker-projectname-project-id-deploy-staging e
sagemaker-projectname-project-id-deploy-prod, onde projectname é o nome do seu 
projeto e project-id é o ID do seu projeto.

Para obter mais informações sobre como excluir uma pilha AWS CloudFormation, 
consulte Deletar uma pilha no console AWS CloudFormation do Guia do usuário do AWS 
CloudFormation.

7. Exclua o bucket do Amazon S3 que o projeto criou. O nome do bucket é sagemaker-
project-project-id, em que project-id é o ID do seu projeto.

SageMaker Passo a passo do projeto MLOps usando repositórios Git de 
terceiros

Este passo a passo usa o modelo Modelo MLOps para criação, treinamento e implantação de 
modelos com repositórios Git de terceiros usando CodePipeline para demonstrar como usar projetos 
de MLOps para criar um sistema de CI/CD para criar, treinar e implantar modelos.

Pré-requisitos

Para concluir este passo a passo, você precisa de:
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• Uma conta do IAM ou do IAM Identity Center para fazer login no Studio Classic. Para obter mais 
informações, consulte Visão geral SageMaker do Amazon Domain.

• Permissão para usar modelos SageMaker de projeto fornecidos. Para obter mais informações, 
consulte SageMaker Permissões de estúdio necessárias para usar projetos.

• Familiaridade básica com a interface de usuário do Studio Classic. Para obter mais informações, 
consulte Visão geral da interface do usuário do Amazon SageMaker Studio Classic.

• Dois GitHub repositórios inicializados com um README. Insira esses repositórios no modelo do 
projeto, que alimentará esses repositórios com o código de criação e implantação do modelo.

Tópicos

• Etapa 1: configurar a GitHub conexão

• Etapa 2: criar o projeto

• Etapa 3: fazer uma alteração no código

• Etapa 4: aprovar o modelo

• (Opcional) Etapa 5: implantar a versão do modelo na produção

• Etapa 6: limpar os recursos

Etapa 1: configurar a GitHub conexão

Nesta etapa, você se conecta aos seus GitHub repositórios usando uma AWS CodeStarconexão. O 
SageMaker projeto usa essa conexão para acessar seus repositórios de código-fonte.

Para configurar a GitHub conexão:

1. Faça login no CodePipeline console em https://console.aws.amazon.com/codepipeline/

2. No painel de navegação Configurações, selecione Conexões.

3. Escolha Criar conexão.

4. Em Selecionar um provedor, selecione GitHub.

5. Em Nome da conexão, insira um nome.

6. Escolha Connect to GitHub.

7. Se o GitHub aplicativo AWS Connector não estiver instalado anteriormente, escolha Instalar 
novo aplicativo.
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Isso exibe uma lista de todas as contas GitHub pessoais e organizações às quais você tem 
acesso.

8. Escolha a conta na qual você deseja estabelecer conectividade para uso com SageMaker 
projetos e GitHub repositórios.

9. Selecione Configurar.

10. Opcionalmente, você pode selecionar seus repositórios específicos ou escolher Todos os 
repositórios.

11. Escolha Salvar. Quando o aplicativo é instalado, você é redirecionado para a GitHub página
Connect to e o ID de instalação é preenchido automaticamente.

12. Selecione Conectar.

13. Adicione uma tag com a chave do sagemaker e o valor true a essa conexão AWS CodeStar.

14. Copie o ARN da conexão para salvar para mais tarde. Você usará o ARN como parâmetro na 
etapa de criação do projeto.

Etapa 2: criar o projeto

Nesta etapa, você cria um projeto SageMaker MLOps usando um modelo SageMaker de projeto 
fornecido para criar, treinar e implantar modelos.

Para criar o projeto SageMaker MLOps

1. Faça login no Studio Classic. Para ter mais informações, consulte Visão geral SageMaker do 
Amazon Domain.

2. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

3. Selecione Implantações no menu e, em seguida, selecione Projetos.

4. Escolha Criar projeto.

A aba Criar projeto será exibida.

5. Para modelos de SageMaker projeto, escolha o modelo MLOps para criação, treinamento e 
implantação de modelos com repositórios Git de terceiros.

6. Escolha Selecionar modelo de projeto.

7. Em ModelBuild CodeRepository Informações, forneça os seguintes parâmetros:
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• Em URL, insira o URL do seu repositório Git para o código de criação do modelo no formato 
https://git-url.git.

• Em Ramificação, insira a ramificação a ser usada em seu repositório Git para atividades de 
pipeline.

• Em Nome completo do repositório, insira o nome do repositório Git no formato de nome de 
usuário/nome do repositório ou nome da organização/repositório.

• Em ARN de conexão do Codestar, insira o ARN da conexão AWS CodeStar que você criou na 
Etapa 1.

• O botão de alternância Código de amostra permite que você escolha se deseja preencher o 
repositório com o código inicial de criação do modelo. Podemos deixá-lo ativado para esta 
demonstração.

8. Em ModelDeploy CodeRepository Informações, forneça os seguintes parâmetros:

• Em URL, insira o URL do seu repositório Git para o código de implantação do modelo no 
formato https://git-url.git.

• Em Ramificação, insira a ramificação a ser usada em seu repositório Git para atividades de 
pipeline.

• Em Nome completo do repositório, insira o nome do repositório Git no formato de nome de 
usuário/nome do repositório ou nome da organização/repositório.

• Em ARN de conexão do Codestar, insira o ARN da conexão AWS CodeStar que você criou na 
Etapa 1.

• O botão de alternância Código de amostra permite que você escolha se deseja preencher o 
repositório com o código inicial de implantação do modelo. Podemos deixá-lo ativado para 
esta demonstração.

9. Escolha Criar projeto.

O projeto aparece na lista de Projetos com o Status de Criado.

Etapa 3: fazer uma alteração no código

Agora, faça uma alteração no código do pipeline que cria o modelo e confirme a alteração para iniciar 
uma nova execução do pipeline. A execução do pipeline registra uma nova versão do modelo.
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Para fazer uma alteração no código

1. Em seu GitHub repositório de criação de modelo, navegue até a pipelines/abalone pasta. 
Clique duas vezes em pipeline.py para abrir o arquivo de código.

2. No arquivo pipeline.py, encontre a linha que define o tipo de instância de treinamento.

training_instance_type = ParameterString( 
        name="TrainingInstanceType", default_value="ml.m5.xlarge"

Abra o arquivo para edição, altere ml.m5.xlarge para ml.m5.large e, em seguida, confirme.

Depois de confirmar sua alteração de código, o sistema de MLOps iniciará uma execução do pipeline 
que criará uma nova versão do modelo. Na próxima etapa, você aprovará a nova versão do modelo 
para implantá-la na produção.

Etapa 4: aprovar o modelo

Agora você aprova a nova versão do modelo que foi criada na etapa anterior para iniciar a 
implantação da versão do modelo em um SageMaker endpoint.

Para aprovar a versão do modelo

1. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

2. Selecione Implantações no menu e, em seguida, selecione Projetos.

3. Encontre o nome do projeto que você criou na primeira etapa e clique nele duas vezes para abrir 
a aba do projeto.

4. Na aba do projeto, escolha Grupos de modelos e clique duas vezes no nome do grupo de 
modelos que aparecer.

A aba do grupo de modelos será exibida.

5. Na guia do grupo de modelos, clique duas vezes em Versão 1. A aba da Versão 1 abrirá. 
Escolha Atualizar status.

6. Na caixa de diálogo Atualizar status da versão do modelo do modelo, na lista suspensa Status, 
selecione Aprovar e, em seguida, Atualizar status.
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A aprovação da versão do modelo faz com que o sistema de MLOps implante o modelo em 
teste. Para visualizar o endpoint, escolha a guia Endpoints na aba do projeto.

(Opcional) Etapa 5: implantar a versão do modelo na produção

Agora você pode implantar a versão do modelo no ambiente de produção.

Note

Para concluir essa etapa, você precisa ser administrador no seu domínio do Studio Classic. 
Se você não for administrador, ignore esta etapa.

Para implantar a versão do modelo no ambiente de produção

1. Faça login no CodePipeline console em https://console.aws.amazon.com/codepipeline/

2. Escolha Pipelines e, em seguida, escolha o pipeline com o nome
sagemaker-projectname-projectid-modeldeploy, em que projectname é o nome do seu 
projeto e projectid é o ID do seu projeto.

3. No DeployStagingestágio, escolha Revisar.

4. Na caixa de diálogo Revisar, escolha Aprovar.

A aprovação do DeployStagingestágio faz com que o sistema MLOps implemente o modelo na 
produção. Para visualizar o endpoint, escolha a guia Endpoints na guia do projeto no Studio 
Classic.

Etapa 6: limpar os recursos

Para parar de incorrer em cobranças, limpe os recursos que foram criados neste passo a passo.

Note

Para excluir a AWS CloudFormation pilha e o bucket do Amazon S3, você precisa ser 
administrador no Studio Classic. Se você não for administrador, peça ao administrador que 
conclua essas etapas.
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1. Na barra lateral do Studio Classic, escolha o ícone Início

( ).

2. Selecione Implantações no menu e, em seguida, selecione Projetos.

3. Selecione na o projeto de destino na lista suspensa. Se você não vir seu projeto, digite o nome 
do projeto e aplique o filtro para encontrá-lo.

4. Selecione seu projeto para visualizar seus detalhes no painel principal.

5. Escolha Excluir no menu Ações.

6. Confirme sua escolha escolhendo Excluir na janela Excluir projeto.

Essa ação exclui o produto provisionado pelo Service Catalog que o projeto criou. Isso inclui os 
CodeBuild recursos CodeCommit CodePipeline,, e criados para o projeto.

7. Exclua as pilhas do AWS CloudFormation criadas pelo projeto. Existem 
duas pilhas, uma para preparação e outra para produção. Os nomes das 
pilhas são sagemaker-projectname-project-id-deploy-staging e
sagemaker-projectname-project-id-deploy-prod, onde projectname é o nome do seu 
projeto e project-id é o ID do seu projeto.

Para obter mais informações sobre como excluir uma pilha AWS CloudFormation, 
consulte Deletar uma pilha no console AWS CloudFormation do Guia do usuário do AWS 
CloudFormation.

8. Exclua o bucket do Amazon S3 que o projeto criou. O nome do bucket é sagemaker-
project-project-id, em que project-id é o ID do seu projeto.

Perguntas frequentes sobre o Amazon SageMaker MLOps

Use os itens de perguntas frequentes a seguir para encontrar respostas às perguntas mais 
frequentes sobre MLOPs em. SageMaker

P: Preciso usar o SDK do SageMaker Python para criar um pipeline? SageMaker

Não, o SDK do SageMaker Python não é necessário para criar um pipeline. SageMaker Você 
também pode usar o boto3 ou o AWS CloudFormation. A criação de um pipeline requer uma 
definição de pipeline, que é um objeto JSON que define cada etapa do pipeline. O SageMaker SDK 
oferece uma maneira simples de criar a definição do pipeline, que você pode usar com qualquer uma 
das APIs mencionadas anteriormente para criar o próprio pipeline. Sem usar o SDK, os usuários 
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precisam escrever a definição bruta do JSON para criar o pipeline sem nenhuma das verificações 
de erro fornecidas pelo SDK do Python SageMaker . Para ver o esquema da definição JSON do 
pipeline, consulte SageMaker Pipeline Definition JSON Schema. O exemplo de código a seguir 
mostra um exemplo de um objeto JSON de definição de SageMaker pipeline:

{'Version': '2020-12-01', 
 'Metadata': {}, 
 'Parameters': [{'Name': 'ProcessingInstanceType', 
   'Type': 'String', 
   'DefaultValue': 'ml.m5.xlarge'}, 
  {'Name': 'ProcessingInstanceCount', 'Type': 'Integer', 'DefaultValue': 1}, 
  {'Name': 'TrainingInstanceType', 
   'Type': 'String', 
   'DefaultValue': 'ml.m5.xlarge'}, 
  {'Name': 'ModelApprovalStatus', 
   'Type': 'String', 
   'DefaultValue': 'PendingManualApproval'}, 
  {'Name': 'ProcessedData', 
   'Type': 'String', 
   'DefaultValue': 'S3_URL',
{'Name': 'InputDataUrl', 
   'Type': 'String', 
   'DefaultValue': 'S3_URL', 
 'PipelineExperimentConfig': {'ExperimentName': {'Get': 'Execution.PipelineName'}, 
  'TrialName': {'Get': 'Execution.PipelineExecutionId'}}, 
 'Steps': [{'Name': 'ReadTrainDataFromFS', 
   'Type': 'Processing', 
   'Arguments': {'ProcessingResources': {'ClusterConfig': {'InstanceType': 
 'ml.m5.4xlarge', 
      'InstanceCount': 2, 
      'VolumeSizeInGB': 30}}, 
    'AppSpecification': {'ImageUri': 'IMAGE_URI', 
     'ContainerArguments': [....]}, 
    'RoleArn': 'ROLE', 
      'ProcessingInputs': [...], 
    'ProcessingOutputConfig': {'Outputs': [.....]}, 
    'StoppingCondition': {'MaxRuntimeInSeconds': 86400}}, 
   'CacheConfig': {'Enabled': True, 'ExpireAfter': '30d'}}, 
   ... 
   ... 
   ... 
  }
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P: Por que vejo uma etapa de reembalagem no meu pipeline? SageMaker

O reempacotamento do modelo acontece quando o pipeline precisa incluir um script personalizado 
no arquivo de modelo compactado (model.tar.gz) para ser carregado no Amazon S3 e usado para 
implantar um modelo em um endpoint. SageMaker Quando o SageMaker pipeline treina um modelo 
e o registra no registro do modelo, ele introduz uma etapa de reembalagem se a saída do modelo 
treinado do trabalho de treinamento precisar incluir um script de inferência personalizado. A etapa de 
reembalagem descompacta o modelo, adiciona um novo script e recomprime o modelo. A execução 
do pipeline adiciona a etapa de reembalagem como um trabalho de treinamento.

P: Posso usar SageMaker experimentos com SageMaker pipelines?

Sim. SageMaker O Pipelines é nativamente integrado ao Experiments. SageMaker Você pode usar
PipelineExperimentConfig ao criar um pipeline e definir o nome do seu próprio SageMaker 
experimento. Cada execução do pipeline cria um teste, e cada etapa no pipeline corresponde a um
TrialComponent dentro do teste. Se nenhum nome de teste for especificado na configuração do 
experimento, o ID de execução do pipeline será usado como nome do teste.

pipeline = Pipeline( 
   name=pipeline_name, 
    parameters=[...], 
    steps=[...], 
    sagemaker_session=sagemaker_session, 
    pipeline_experiment_config=PipelineExperimentConfig( 
        ExecutionVariables.PIPELINE_NAME, 
        ExecutionVariables.PIPELINE_EXECUTION_ID 
    )
)

P: Os modelos de SageMaker projeto têm um repositório de implantação de modelos 
que usa CloudFormation (CFN) para criar um endpoint. Existem maneiras de implantar 
o modelo sem usar CloudFormation?

Você pode personalizar o repositório de implantação no modelo do projeto para implantar o modelo 
a partir do registro do modelo da maneira que quiser. O modelo é usado CloudFormation para 
criar um endpoint em tempo real, por exemplo. Você pode atualizar a implantação para usar o 
SageMaker SDK, o boto3 ou qualquer outra API que possa criar endpoints em vez do CFN. Se 
precisar atualizar as CodeBuild etapas como parte do pipeline de implantação, você pode criar um 
modelo personalizado.
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P: Como passamos a URL do arquivo de modelo do Amazon S3 da etapa de 
treinamento para a etapa de registro do modelo em SageMaker um pipeline em tempo 
de execução?

Você pode referenciar a localização do modelo como uma propriedade da etapa de treinamento, 
conforme mostrado no end-to-end exemplo de CustomerChurn pipeline no Github.

P: Se eu estiver estendendo um contêiner pré-construído para treinar um estimador ou 
para um ProcessingStep no SageMaker Pipelines, é necessário copiar o script para 
o contêiner no Dockerfile?

Não, você pode copiar o script para o contêiner ou passá-lo por meio do argumento entry_point
(da entidade estimadora) ou do argumento code (da entidade do processador), conforme 
demonstrado no exemplo de código a seguir.

step_process = ProcessingStep( 
    name="PreprocessAbaloneData", 
    processor=sklearn_processor, 
    inputs = [ 
        ProcessingInput( 
            input_name='dataset', 
            source=..., 
            destination="/opt/ml/processing/code", 
        ) 
    ], 
    outputs=[ 
        ProcessingOutput(output_name="train", source="/opt/ml/processing/train", 
 destination = processed_data_path), 
        ProcessingOutput(output_name="validation", source="/opt/ml/processing/
validation", destination = processed_data_path), 
        ProcessingOutput(output_name="test", source="/opt/ml/processing/test", 
 destination = processed_data_path), 
    ], 
    code=os.path.join(BASE_DIR, "process.py"), ## Code is passed through an argument 
    cache_config = cache_config, 
    job_arguments = ['--input', 'arg1']
)

sklearn_estimator = SKLearn( 
    entry_point=os.path.join(BASE_DIR, "train.py"), ## Code is passed through the 
 entry_point 
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    framework_version="0.23-1", 
    instance_type=training_instance_type, 
    role=role, 
    output_path=model_path, # New 
    sagemaker_session=sagemaker_session, # New 
    instance_count=1, # New 
    base_job_name=f"{base_job_prefix}/pilot-train", 
    metric_definitions=[ 
        {'Name': 'train:accuracy', 'Regex': 'accuracy_train=(.*?);'}, 
        {'Name': 'validation:accuracy', 'Regex': 'accuracy_validation=(.*?);'} 
    ],
)

P: Qual é a forma recomendada de gerenciar dependências para diferentes etapas do 
SageMaker Pipelines?

Você pode usar um modelo de SageMaker projetos para implementar CI/CD de criação de imagens. 
Com esse modelo, você pode automatizar o CI/CD de imagens que são criadas e enviadas para o 
Amazon ECR. Alterações nos arquivos de contêiner nos repositórios de controle de fonte do seu 
projeto iniciam o pipeline de ML e implantam a versão mais recente para seu contêiner. Para obter 
mais informações, consulte o blog Crie SageMaker projetos da Amazon com pipelines de CI/CD de 
criação de imagens.

P: Como faço para fornecer acesso ao SageMaker Project a perfis de usuário 
específicos no Amazon SageMaker Studio Classic?

Como o SageMaker Projects é apoiado pelo Service Catalog, você deve adicionar cada função 
que exija acesso aos SageMaker projetos ao portfólio de produtos Amazon SageMaker Solutions e 
ML Ops no catálogo de serviços. É possível fazer isso na aba Grupos, perfis e usuários, conforme 
mostrado na imagem a seguir. Se cada perfil de usuário no Studio Classic tiver uma função diferente, 
você deverá adicionar cada uma dessas funções ao catálogo de serviços. Você também pode fazer 
isso ao criar um perfil de usuário no Studio Classic.
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P: Onde vejo as propriedades associadas a cada etapa do SageMaker pipeline para 
que eu possa usá-las nas etapas subsequentes?

Cada etapa do pipeline usa as SageMaker APIs subjacentes para os trabalhos correspondentes. 
Por exemplo, a TrainingStep invoca a API CreateTrainingJob e as propriedades da etapa 
correspondem à resposta do DescribeTrainingJob. A saída da resposta pode ser encontrada no 
link de referência da API para DescribeTrainingJob. Você pode seguir o mesmo procedimento para 
obter as propriedades de TransformStepProcessingStepTuningStep,, CreateModelStepe. Para obter 
mais informações sobre as etapas do pipeline, consulte Etapas do pipeline.

P: Em SageMaker pipelines, posso especificar um caminho de saída exclusivo para 
uma etapa do pipeline para que seus dados de saída não sejam substituídos por 
futuras execuções?

Sim, você pode usar ExecutionVariablesa função Join para especificar seu local de 
saída. ExecutionVariablesé resolvido em tempo de execução. Por exemplo,
ExecutionVariables.PIPELINE_EXECUTION_ID é resolvido com o ID da execução atual, que 
pode ser usado como um identificador exclusivo em diferentes execuções.

from sagemaker.workflow.execution_variables import ExecutionVariables
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processor_run_args = sklearn_processor.run( 
    outputs=[ 
        ProcessingOutput( 
            output_name="train", 
            source="/opt/ml/processing/train", 
            destination=Join( 
                on="/", 
                values=[ 
                    "s3:/", 
                    default_bucket, 
                    base_job_prefix, 
                    ExecutionVariables.PIPELINE_EXECUTION_ID, 
                    "PreprocessData", 
                ], 
            ), 
        ), 
        ProcessingOutput( 
            output_name="validation", 
            source="/opt/ml/processing/validation", 
            destination=Join( 
                on="/", 
                values=[ 
                    "s3:/", 
                    default_bucket, 
                    base_job_prefix, 
                    ExecutionVariables.PIPELINE_EXECUTION_ID, 
                    "PreprocessData", 
                ], 
            ), 
        ), 
        ProcessingOutput( 
            output_name="test", 
            source="/opt/ml/processing/test", 
            destination=Join( 
                on="/", 
                values=[ 
                    "s3:/", 
                    default_bucket, 
                    base_job_prefix, 
                    ExecutionVariables.PIPELINE_EXECUTION_ID, 
                    "PreprocessData", 
                ], 
            ), 
        ), 
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    ], 
    code="code/preprocess.py", 
    arguments=["--input-data", input_data],
)

step_process = ProcessingStep( 
    name="MyPreprocessingStep", 
    step_args=processor_run_args,
)

P: Qual é a melhor maneira de reproduzir meu modelo? SageMaker

SageMakerO serviço de rastreamento de linhagem da funciona no back-end para rastrear todos os 
metadados associados aos fluxos de trabalho de treinamento e implantação do seu modelo. Isso 
inclui seus trabalhos de treinamento, conjuntos de dados usados, pipelines, endpoints e os modelos 
atuais. Você pode consultar o serviço de linhagem a qualquer momento para encontrar os artefatos 
exatos usados para treinar um modelo. Usando esses artefatos, você pode recriar o mesmo fluxo de 
trabalho de ML para reproduzir o modelo, desde que tenha acesso ao conjunto de dados exato que 
foi usado. Um componente teste monitora o trabalho de treinamento. Esse componente de teste tem 
todos os parâmetros usados como parte do trabalho de treinamento. Se você não precisar executar 
novamente todo o fluxo de trabalho, poderá reproduzir o trabalho de treinamento para derivar o 
mesmo modelo.

P: Se eu tentar excluir um SageMaker projeto criado a partir de um SageMaker 
modelo e receber um erro devido a buckets do Amazon S3 ou repositórios do Amazon 
ECR não vazios, como posso excluir o projeto?

Se você tentar excluir seu SageMaker projeto e receber uma das seguintes mensagens de erro:

The bucket you tried to delete is not empty

The repository with name 'repository-name' in registry  
        with id 'id' cannot be deleted because it still contains images

então você tem buckets Amazon S3 ou repositórios Amazon ECR não vazios que você precisa 
excluir manualmente antes de excluir o projeto. SageMaker AWS CloudFormationnão exclui 
automaticamente buckets não vazios do Amazon S3 ou repositórios do Amazon ECR para você.
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Monitorar a qualidade de dados do modelo
O Amazon SageMaker Model Monitor monitora a qualidade dos modelos de aprendizado SageMaker 
de máquina da Amazon em produção. Você pode configurar o monitoramento contínuo com um 
endpoint em tempo real (ou um trabalho de transformação de lotes executado regularmente) ou o 
monitoramento dentro da programação para trabalhos de transformação de lotes assíncronos. Com o 
Model Monitor, você pode definir alertas que o notificam quando há desvios na qualidade do modelo. 
A detecção antecipada e proativa desses desvios permite que você tome ações corretivas, como 
modelos de reciclagem, auditoria de sistemas upstream ou correção de problemas de qualidade sem 
precisar monitorar modelos manualmente ou criar ferramentas adicionais. É possível usar recursos 
de monitoramento pré-criados do Model Monitor que não exigem codificação. Você também tem a 
flexibilidade de monitorar modelos por meio de codificação para fornecer análise personalizada.

O Model Monitor fornece os seguintes tipos de monitoramento:

• Monitorar a qualidade dos dados - Monitora a variação na qualidade dos dados.

• Monitorar a qualidade do modelo - Monitora a variação nas métricas de qualidade do modelo, 
como precisão.

• Monitorar o desvio de polarização para modelos em produção - Monitora o desvio nas previsões 
do seu modelo.

• Monitorar o desvio de atribuição de recursos para modelos em produção - Monitora a variação na 
atribuição de recursos.

Tópicos

• Monitorar um modelo em produção

• Como o Model Monitor funciona

• Capturar dados

• Monitorar a qualidade dos dados

• Monitorar a qualidade do modelo

• Monitorar o desvio de polarização para modelos em produção

• Monitorar o desvio de atribuição de recursos para modelos em produção

• Programar trabalhos de monitoramento

• Contêiner pré-construído Amazon SageMaker Model Monitor
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• Interpretar resultados

• Visualize resultados para endpoints em tempo real no Amazon Studio SageMaker

• Tópicos avançados

• Perguntas frequentes sobre o Model Monitor

Monitorar um modelo em produção

Depois de implantar um modelo em seu ambiente de produção, use o Amazon SageMaker Model 
Monitor para monitorar continuamente a qualidade dos seus modelos de aprendizado de máquina 
em tempo real. O Amazon SageMaker Model Monitor permite que você configure um sistema 
automático de acionamento de alertas quando há desvios na qualidade do modelo, como desvios de 
dados e anomalias. O Amazon CloudWatch Logs coleta arquivos de log de monitoramento do status 
do modelo e notifica quando a qualidade do seu modelo atinge determinados limites predefinidos por 
você. CloudWatch armazena os arquivos de log em um bucket do Amazon S3 que você especificar. 
A detecção precoce e proativa de desvios de modelos por meio do monitor de modelos da AWS 
permite que você tome ações imediatas para manter e aprimorar a qualidade do modelo implantado.

Para obter mais informações sobre produtos de monitoramento de SageMaker modelos, 
consulteMonitorar a qualidade de dados do modelo.

Para começar sua jornada de aprendizado de máquina com SageMaker, inscreva-se em uma AWS 
conta em Configurar SageMaker.

Como o Model Monitor funciona

O Amazon SageMaker Model Monitor monitora automaticamente os modelos de aprendizado de 
máquina (ML) em produção e notifica você quando surgem problemas de qualidade. O Model 
Monitor usa regras para detectar oscilações em seus modelos e alerta você quando isso acontece. A 
figura a seguir mostra como esse processo funciona no caso de seu modelo ser implantado em um 
endpoint em tempo real.
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Você também pode usar o Model Monitor para monitorar um trabalho de transformação de lotes em 
vez de um endpoint em tempo real. Nesse caso, em vez de receber solicitações em um endpoint 
e rastrear as previsões, o Model Monitor monitorará as entradas e saídas de inferência. A figura a 
seguir mostra o processo de monitoramento de um trabalho de transformação de lotes.
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Para habilitar o monitoramento do modelo, execute as etapas a seguir, que seguem o caminho dos 
dados por meio dos vários processos de coleta, monitoramento e análise de dados:

• Para um endpoint em tempo real, ative o endpoint para capturar dados de solicitações de entrada 
para um modelo de ML treinado e as previsões de modelo resultantes.

• Para um trabalho de transformação de lotes, habilite a captura de dados das entradas e saídas da 
transformação de lotes.

• Crie uma linha de base com o conjunto de dados que foi usado para treinar o modelo. A linha de 
base calcula as métricas e sugere restrições para elas. As previsões em tempo real ou em lotes do 
seu modelo são comparadas às restrições e são relatadas como violações se estiverem fora dos 
valores restritos.

• Crie uma programação de monitoramento especificando quais dados devem ser coletados, com 
que frequência devem ser coletados, como analisá-los e quais relatórios devem ser produzidos.

• Inspecione os relatórios, que comparam os dados mais recentes com a linha de base, e observe 
as violações relatadas e as métricas e notificações da Amazon. CloudWatch
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Observações

• O Model Monitor calcula métricas e estatísticas do modelo somente em dados tabulares. 
Por exemplo, um modelo de classificação de imagens que usa imagens como entrada e 
gera um rótulo baseado nessa imagem ainda pode ser monitorado. O Model Monitor seria 
capaz de calcular métricas e estatísticas para a saída, não para a entrada.

• Atualmente, o Model Monitor é compatível apenas com endpoints que hospedam um 
modelo único e não é compatível com o monitoramento de endpoints de vários modelos. 
Para obter informações sobre como usar endpoints de vários modelos, consulte Hospedar 
vários modelos em um contêiner atrás de um endpoint.

• O Model Monitor não é compatível com o monitoramento de pipelines de inferência, 
mas a captura e a análise de dados é feita para todo o pipeline, e não para contêineres 
individuais no pipeline.

• Para evitar o impacto nas solicitações de inferência, a Captura de dados interrompe 
a captura de solicitações em altos níveis de uso do disco. É recomendável que você 
mantenha a utilização do disco abaixo de 75% para garantir que a captura de dados 
continue capturando as solicitações.

• Se você iniciar o SageMaker Studio em uma Amazon VPC personalizada, precisará criar 
endpoints de VPC para permitir que o Model Monitor se comunique com o Amazon S3 e. 
CloudWatch Para obter informações sobre endpoints de VPC, consulte Endpoints de VPC
no Guia do usuário do Amazon Virtual Private Cloud. Para obter informações sobre como 
iniciar o SageMaker Studio em uma VPC personalizada, consulte. Conecte os notebooks 
Connect SageMaker Studio Classic em uma VPC a recursos externos

Exemplos de cadernos de exemplo do Model Monitor

Para um exemplo de notebook que mostra todo o end-to-end fluxo de trabalho usando o Model 
Monitor com seu endpoint em tempo real, consulte Introdução ao Amazon SageMaker Model 
Monitor.

Para obter um caderno de exemplo que visualiza o arquivo statistics.json para uma execução 
selecionada em uma programação de monitoramento, consulte Visualização do Model Monitor.

Para obter instruções que mostram como criar e acessar instâncias do notebook Jupyter que você 
pode usar para executar o exemplo SageMaker, consulte. Instâncias do Amazon SageMaker 
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Notebook Depois de criar uma instância do notebook e abri-la, escolha a guia SageMaker Exemplos
para ver uma lista de todas as SageMaker amostras. Para abrir um caderno, escolha a aba Uso do 
caderno e, em seguida, escolha Criar cópia.

Capturar dados

Para registrar as entradas no seu endpoint e as saídas de inferência do seu modelo implantado 
no Amazon S3, você pode habilitar um recurso chamado Captura de dados. A Captura de dados é 
comumente usada para registrar informações que podem ser usadas para treinamento, depuração 
e monitoramento. O Amazon SageMaker Model Monitor analisa automaticamente esses dados 
capturados e compara as métricas desses dados com uma linha de base que você cria para o 
modelo. Para obter mais informações sobre o Model Monitor, consulte Monitorar a qualidade de 
dados do modelo.

Você pode implementar o Data Capture nos modos de monitoramento de modelos em tempo real 
e em lote usando o SDK do Python AWS SDK for Python (Boto) ou do Python SageMaker . Para 
um endpoint em tempo real, você especificará sua configuração de Captura de dados ao criar seu 
endpoint. Devido à natureza persistente do seu endpoint em tempo real, você pode configurar 
opções adicionais para ativar ou desativar a captura de dados em determinados momentos ou alterar 
a frequência de amostragem. Você também pode optar por criptografar seus dados de inferência.

Para uma tarefa de transformação de lotes, você pode ativar a Captura de dados se quiser executar 
o monitoramento do modelo dentro da programação ou o monitoramento contínuo do modelo para 
trabalhos de transformação de lotes regulares e periódicos. Você especificará sua configuração de
Captura de dados ao criar seu trabalho de transformação de lotes. Nessa configuração, você tem a 
opção de ativar a criptografia ou gerar o ID de inferência com sua saída, o que ajuda a combinar os 
dados capturados com os dados do Ground Truth.

Capturar dados do endpoint em tempo real

Note

Para evitar o impacto nas solicitações de inferência, a Captura de dados interrompe 
a captura de solicitações em altos níveis de uso do disco. É recomendável que você 
mantenha a utilização do disco abaixo de 75% para garantir que a captura de dados continue 
capturando as solicitações.

Capturar dados 5336



Amazon SageMaker Guia do Desenvolvedor

Para capturar dados para seu endpoint em tempo real, você deve implantar um modelo usando 
serviços de SageMaker hospedagem. Isso exige que você crie um SageMaker modelo, defina uma 
configuração de endpoint e crie um endpoint HTTPS.

As etapas necessárias para ativar a captura de dados são semelhantes, independentemente 
de você usar o SDK do Python AWS SDK for Python (Boto) ou do SageMaker Python. Se você 
usa o AWS SDK, defina o DataCaptureConfigdicionário, junto com os campos obrigatórios, 
dentro do CreateEndpointConfigmétodo para ativar a captura de dados. Se você usa o SDK 
do SageMaker Python, importe a DataCaptureConfigclasse e inicialize uma instância dessa 
classe. Em seguida, transmita esse objeto para o parâmetro DataCaptureConfig no método
sagemaker.model.Model.deploy().

Para usar o trecho de código em andamento, substitua o texto de espaço reservado em 
itálico no código de exemplo por suas próprias informações.

Como habilitar a captura de dados

Especifique uma configuração de captura de dados. É possível capturar a carga útil da solicitação, 
a carga útil de resposta ou ambas com essa configuração. O trecho de código em andamento 
demonstra como habilitar a captura de dados usando o e o SDK AWS SDK for Python (Boto) do 
Python. SageMaker

Note

Você não precisa usar o Model Monitor para capturar cargas úteis de solicitação ou de 
resposta.

AWS SDK for Python (Boto)

Configure os dados que você deseja capturar com o DataCaptureConfigdicionário ao criar um 
endpoint usando o CreateEndpointConfig método. Defina EnableCapture como o valor 
booleano True. Além disso, forneça os seguintes parâmetros obrigatórios:

• EndpointConfigName: nome da configuração do endpoint. Você usará esse nome ao fazer 
uma solicitação CreateEndpoint.

• ProductionVariants: lista dos modelos que você deseja hospedar nesse endpoint. Defina 
um tipo de dados de dicionário para cada modelo.
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• DataCaptureConfig: tipo de dados de dicionário em que você especifica um 
valor inteiro que corresponde à porcentagem inicial de dados a serem amostrados 
(InitialSamplingPercentage), o URI do Amazon S3 em que você deseja que os dados 
capturados sejam armazenados e uma lista de opções de captura (CaptureOptions). 
Especifique uma Input ou Output para o CaptureMode dentro da lista CaptureOptions.

Opcionalmente, você pode especificar como SageMaker codificar os dados capturados passando 
argumentos de pares de valores-chave para o dicionário. CaptureContentTypeHeader

# Create an endpoint config name.
endpoint_config_name = '<endpoint-config-name>'

# The name of the production variant.
variant_name = '<name-of-production-variant>'                   
  
# The name of the model that you want to host.  
# This is the name that you specified when creating the model.
model_name = '<The_name_of_your_model>'

instance_type = '<instance-type>'
#instance_type='ml.m5.xlarge' # Example     

# Number of instances to launch initially.
initial_instance_count = <integer>

# Sampling percentage. Choose an integer value between 0 and 100
initial_sampling_percentage = <integer>                                             
                                                                                    
                                                                                    
   

# The S3 URI containing the captured data
s3_capture_upload_path = 's3://<bucket-name>/<data_capture_s3_key>'

# Specify either Input, Output, or both
capture_modes = [ "Input",  "Output" ]  
#capture_mode = [ "Input"] # Example - If you want to capture input only 
                             
endpoint_config_response = sagemaker_client.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name,  
    # List of ProductionVariant objects, one for each model that you want to host at 
 this endpoint. 
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    ProductionVariants=[ 
        { 
            "VariantName": variant_name,  
            "ModelName": model_name,  
            "InstanceType": instance_type, # Specify the compute instance type. 
            "InitialInstanceCount": initial_instance_count # Number of instances to 
 launch initially. 
        } 
    ], 
    DataCaptureConfig= { 
        'EnableCapture': True, # Whether data should be captured or not. 
        'InitialSamplingPercentage' : initial_sampling_percentage, 
        'DestinationS3Uri': s3_capture_upload_path, 
        'CaptureOptions': [{"CaptureMode" : capture_mode} for capture_mode in 
 capture_modes] # Example - Use list comprehension to capture both Input and Output 
    }
)

Para obter mais informações sobre outras opções de configuração de endpoints, consulte a
CreateEndpointConfigAPI no Amazon SageMaker Service API Reference Guide.

SageMaker Python SDK

Importe a classe DataCaptureConfig do módulo sagemaker.model_monitor. Ative a captura de 
dados configurando EnableCapture com o valor booleano True.

Opcionalmente, forneça argumentos para os seguintes parâmetros:

• SamplingPercentage: valor inteiro que corresponde à porcentagem de dados da amostra. 
Se você não fornecer uma porcentagem de amostragem, SageMaker coletará uma amostra 
padrão de 20 (20%) dos seus dados.

• DestinationS3Uri: o URI do Amazon S3 SageMaker será usado para armazenar dados 
capturados. Se você não fornecer um, SageMaker armazenará os dados capturados 
em"s3://<default-session-bucket>/ model-monitor/data-capture".

from sagemaker.model_monitor import DataCaptureConfig

# Set to True to enable data capture
enable_capture = True
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# Optional - Sampling percentage. Choose an integer value between 0 and 100
sampling_percentage = <int> 
# sampling_percentage = 30 # Example 30%

# Optional - The S3 URI of stored captured-data location
s3_capture_upload_path = 's3://<bucket-name>/<data_capture_s3_key>'

# Specify either Input, Output or both.  
capture_modes = ['REQUEST','RESPONSE'] # In this example, we specify both
# capture_mode = ['REQUEST'] # Example - If you want to only capture input.

# Configuration object passed in when deploying Models to SM endpoints
data_capture_config = DataCaptureConfig( 
    enable_capture = enable_capture,  
    sampling_percentage = sampling_percentage, # Optional 
    destination_s3_uri = s3_capture_upload_path, # Optional 
    capture_options = ["REQUEST", "RESPONSE"],
)

Implantar o modelo

Implante seu modelo e crie um endpoint HTTPS com DataCapture ativado.

AWS SDK for Python (Boto3)

Forneça a configuração do endpoint para SageMaker. O serviço inicia as instâncias de cálculo de 
ML e implanta o modelo ou modelos conforme especificado na configuração.

Quando tiver seu modelo e configuração de endpoint, use a API CreateEndpoint para criar seu 
endpoint. O nome do endpoint deve ser exclusivo em uma AWSRegião na sua conta AWS.

O seguinte cria um endpoint usando a configuração do endpoint especificada na solicitação. A 
Amazon SageMaker usa o endpoint para provisionar recursos e implantar modelos.

# The name of the endpoint. The name must be unique within an AWS Region in your AWS 
 account.
endpoint_name = '<endpoint-name>' 

# The name of the endpoint configuration associated with this endpoint.
endpoint_config_name='<endpoint-config-name>'

create_endpoint_response = sagemaker_client.create_endpoint( 
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                                            EndpointName=endpoint_name,  
                                            
 EndpointConfigName=endpoint_config_name) 

Para obter mais informações, consulte a API CreateEndpoint.

SageMaker Python SDK

Defina um nome para o endpoint. Esta etapa é opcional. Se você não fornecer um, SageMaker 
criará um nome exclusivo para você:

from datetime import datetime

endpoint_name = f"DEMO-{datetime.utcnow():%Y-%m-%d-%H%M}"
print("EndpointName =", endpoint_name)

Implante seu modelo em um endpoint HTTPS em tempo real com o método deploy()
incorporado do objeto do modelo. Forneça o nome do tipo de instância do Amazon EC2 para 
implantar esse modelo no campo instance_type junto com o número inicial de instâncias nas 
quais executar o endpoint para o campo initial_instance_count:

initial_instance_count=<integer>
# initial_instance_count=1 # Example

instance_type='<instance-type>'
# instance_type='ml.m4.xlarge' # Example

# Uncomment if you did not define this variable in the previous step
#data_capture_config = <name-of-data-capture-configuration>

model.deploy( 
    initial_instance_count=initial_instance_count, 
    instance_type=instance_type, 
    endpoint_name=endpoint_name, 
    data_capture_config=data_capture_config
)

Visualizar os dados capturados

Crie um objeto preditor a partir da classe SageMaker Python SDK Predictor. Você usará o objeto 
retornado pela Classe Predictor para invocar seu endpoint em uma etapa futura. Forneça o nome 
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do seu endpoint (definido anteriormente como endpoint_name), junto com os objetos serializadores 
e desserializadores para o serializador e o desserializador, respectivamente. Para obter informações 
sobre os tipos de serializadores, consulte a classe Serializers no SDK do Python. SageMaker

from sagemaker.predictor import Predictor
from sagemaker.serializers import <Serializer>
from sagemaker.deserializers import <Deserializers>

predictor = Predictor(endpoint_name=endpoint_name, 
                      serializer = <Serializer_Class>, 
                      deserializer = <Deserializer_Class>)

# Example
#from sagemaker.predictor import Predictor
#from sagemaker.serializers import CSVSerializer
#from sagemaker.deserializers import JSONDeserializer

#predictor = Predictor(endpoint_name=endpoint_name,
#                      serializer=CSVSerializer(),
#                      deserializer=JSONDeserializer())

No cenário de exemplo de código em andamento, invocamos o endpoint com exemplos 
de dados de validação que armazenamos localmente em um arquivo CSV chamado
validation_with_predictions. Nosso conjunto de validação de amostras contém rótulos para 
cada entrada.

As primeiras linhas da instrução With abrem primeiro o arquivo CSV do conjunto de validação, depois 
dividem cada linha dentro do arquivo pelo caractere de vírgula "," e, em seguida, armazenam 
os dois objetos retornados em um rótulo e variáveis input_cols. Para cada linha, a entrada 
(input_cols) é passada para o método Predictor.predict() integrado dos objetos da variável 
preditora (predictor).

Suponha que o modelo retorne uma probabilidade. As probabilidades variam entre valores inteiros 
de 0 e 1.0. Se a probabilidade retornada pelo modelo for maior que 80% (0,8), atribuímos à predição 
um rótulo de valor inteiro de 1. Caso contrário, atribuímos à previsão um rótulo de valor inteiro de 0.

from time import sleep

validate_dataset = "validation_with_predictions.csv"

# Cut off threshold of 80%
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cutoff = 0.8

limit = 200  # Need at least 200 samples to compute standard deviations
i = 0
with open(f"test_data/{validate_dataset}", "w") as validation_file: 
    validation_file.write("probability,prediction,label\n")  # CSV header 
    with open("test_data/validation.csv", "r") as f: 
        for row in f: 
            (label, input_cols) = row.split(",", 1) 
            probability = float(predictor.predict(input_cols)) 
            prediction = "1" if probability > cutoff else "0" 
            baseline_file.write(f"{probability},{prediction},{label}\n") 
            i += 1 
            if i > limit: 
                break 
            print(".", end="", flush=True) 
            sleep(0.5)
print()
print("Done!")

Como você habilitou a captura de dados nas etapas anteriores, a carga útil de solicitação e de 
resposta, além de alguns metadados adicionais, é salva no local do Amazon S3 especificado em
DataCaptureConfig. A entrega dos dados de captura para o Amazon S3 pode exigir alguns 
minutos.

Visualize dados capturados listando os arquivos de captura de dados armazenados no Amazon S3. 
O formato do caminho do Amazon S3 é: s3:///{endpoint-name}/{variant-name}/yyyy/
mm/dd/hh/filename.jsonl.

Espere ver arquivos diferentes de diferentes períodos de tempo, organizados com base na hora 
em que a invocação ocorreu. Execute o seguinte para imprimir o conteúdo de um único arquivo de 
captura:

print("\n".join(capture_file[-3:-1]))

Isso retornará um arquivo SageMaker específico formatado em linha JSON. A seguir está um 
exemplo de resposta retirado de um endpoint em tempo real que invocamos usando dados csv/
text:

{"captureData":{"endpointInput":{"observedContentType":"text/csv","mode":"INPUT",
"data":"69,0,153.7,109,194.0,105,256.1,114,14.1,6,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,1,0,1,0\n",
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"encoding":"CSV"},"endpointOutput":{"observedContentType":"text/csv; 
 charset=utf-8","mode":"OUTPUT","data":"0.0254181120544672","encoding":"CSV"}},
"eventMetadata":{"eventId":"aaaaaaaa-bbbb-cccc-dddd-
eeeeeeeeeeee","inferenceTime":"2022-02-14T17:25:49Z"},"eventVersion":"0"}
{"captureData":{"endpointInput":{"observedContentType":"text/csv","mode":"INPUT",
"data":"94,23,197.1,125,214.5,136,282.2,103,9.5,5,4,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,1,0,1,0,1\n",
"encoding":"CSV"},"endpointOutput":{"observedContentType":"text/csv; 
 charset=utf-8","mode":"OUTPUT","data":"0.07675473392009735","encoding":"CSV"}},
"eventMetadata":{"eventId":"aaaaaaaa-bbbb-cccc-dddd-
eeeeeeeeeeee","inferenceTime":"2022-02-14T17:25:49Z"},"eventVersion":"0"}

No exemplo a seguir, o objeto capture_file é um tipo de lista. Indexe o primeiro elemento da lista 
para visualizar uma única solicitação de inferência.

# The capture_file object is a list. Index the first element to view a single inference 
 request   
print(json.dumps(json.loads(capture_file[0]), indent=2))

Essa ação retornará uma resposta semelhante à seguinte. Os valores retornados serão diferentes 
com base na configuração, no SageMaker modelo e nos dados capturados do endpoint:

{ 
  "captureData": { 
    "endpointInput": { 
      "observedContentType": "text/csv", # data MIME type 
      "mode": "INPUT", 
      "data": 
 "50,0,188.9,94,203.9,104,151.8,124,11.6,8,3,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,0,1,0,0,0,0,0,0,0,0,0,1,1,0,1,0\n", 
      "encoding": "CSV" 
    }, 
    "endpointOutput": { 
      "observedContentType": "text/csv; charset=character-encoding", 
      "mode": "OUTPUT", 
      "data": "0.023190177977085114", 
      "encoding": "CSV" 
    } 
  }, 
  "eventMetadata": { 
    "eventId": "aaaaaaaa-bbbb-cccc-dddd-eeeeeeeeeeee", 
    "inferenceTime": "2022-02-14T17:25:06Z" 
  }, 
  "eventVersion": "0"
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}

Capturar dados do trabalho de transformação de lotes

As etapas necessárias para ativar a captura de dados para seu trabalho de transformação em 
lote são semelhantes, independentemente de você usar o SDK do Python AWS SDK for Python 
(Boto) ou do SageMaker Python. Se você usa o AWS SDK, defina o DataCaptureConfigdicionário, 
junto com os campos obrigatórios, dentro do CreateTransformJob método para ativar a captura 
de dados. Se você usa o SDK do SageMaker Python, importe a BatchDataCaptureConfig
classe e inicialize uma instância dessa classe. Em seguida, passe esse objeto para o parâmetro
batch_data_capture_config da sua instância do trabalho de transformação.

Para usar o trecho de código a seguir, substitua o texto de espaço reservado em itálico
no código de exemplo por suas próprias informações.

Como habilitar a captura de dados

Especifique uma configuração de captura de dados ao iniciar um trabalho de transformação. 
Se você usa o SDK AWS SDK for Python (Boto3) ou o SageMaker Python, você deve fornecer 
o DestinationS3Uri argumento, que é o diretório em que você deseja que o trabalho de 
transformação registre os dados capturados. Opcionalmente, você também pode definir os seguintes 
parâmetros:

• KmsKeyId: chave do AWS KMS usada para criptografar os dados capturados.

• GenerateInferenceId: sinalizador booleano que, ao capturar os dados, indica se você deseja 
que o trabalho de transformação anexe o ID e a hora da inferência à sua saída. Isso é útil para o 
monitoramento da qualidade do modelo, onde você precisa ingerir os dados do Ground Truth. O ID 
de inferência e o tempo ajudam a combinar os dados capturados com os dados do Ground Truth.

AWS SDK for Python (Boto3)

Configure os dados que você deseja capturar com o DataCaptureConfigdicionário ao criar um 
trabalho de transformação usando o CreateTransformJob método.

input_data_s3_uri = "s3://input_S3_uri"
output_data_s3_uri = "s3://output_S3_uri"
data_capture_destination = "s3://captured_data_S3_uri"
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model_name = "model_name"

sm_client.create_transform_job( 
    TransformJobName="transform_job_name", 
    MaxConcurrentTransforms=2, 
    ModelName=model_name, 
    TransformInput={ 
        "DataSource": { 
            "S3DataSource": { 
                "S3DataType": "S3Prefix", 
                "S3Uri": input_data_s3_uri, 
            } 
        }, 
        "ContentType": "text/csv", 
        "CompressionType": "None", 
        "SplitType": "Line", 
    }, 
    TransformOutput={ 
        "S3OutputPath": output_data_s3_uri, 
        "Accept": "text/csv", 
        "AssembleWith": "Line", 
    }, 
    TransformResources={ 
        "InstanceType": "ml.m4.xlarge", 
        "InstanceCount": 1, 
    }, 
    DataCaptureConfig={ 
       "DestinationS3Uri": data_capture_destination, 
       "KmsKeyId": "kms_key", 
       "GenerateInferenceId": True, 
    } 
    )

SageMaker Python SDK

Importe a classe BatchDataCaptureConfig do ssagemaker.model_monitor.

from sagemaker.transformer import Transformer
from sagemaker.inputs import BatchDataCaptureConfig

# Optional - The S3 URI of where to store captured data in S3
data_capture_destination = "s3://captured_data_S3_uri"

model_name = "model_name"
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transformer = Transformer(model_name=model_name, ...)
transform_arg = transformer.transform( 
    batch_data_capture_config=BatchDataCaptureConfig( 
        destination_s3_uri=data_capture_destination, 
        kms_key_id="kms_key", 
        generate_inference_id=True, 
    ), 
    ...
)

Como visualizar os dados capturados

Depois que o trabalho de transformação for concluído, os dados capturados serão registrados 
sob o DestinationS3Uri que você forneceu com a configuração da captura de dados. Há dois 
subdiretórios em DestinationS3Uri, /input e /output. Se DestinationS3Uri for s3://my-
data-capture, o trabalho de transformação criará os seguintes diretórios:

• s3://my-data-capture/input: os dados de entrada capturados para o trabalho de 
transformação.

• s3://my-data-capture/output: os dados de saída capturados para o trabalho de 
transformação.

Para evitar a duplicação de dados, os dados capturados nos dois diretórios anteriores são 
manifestos. Cada manifesto é um arquivo JSONL que contém as localizações dos objetos de fonte 
no Amazon S3. Um arquivo manifesto pode parecer com o exemplo a seguir:

# under "/input" directory
[ 
    {"prefix":"s3://input_S3_uri/"}, 
    "dummy_0.csv", 
    "dummy_1.csv", 
    "dummy_2.csv", 
    ...
]

# under "/output" directory
[ 
    {"prefix":"s3://output_S3_uri/"}, 
    "dummy_0.csv.out", 
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    "dummy_1.csv.out", 
    "dummy_2.csv.out", 
    ...
]

O trabalho de transformação organiza e rotula esses manifestos com um prefixo aaaa/mm/dd/
hh do S3 para indicar quando eles foram capturados. Isso ajuda o monitor do modelo a determinar 
a parte apropriada dos dados a serem analisados. Por exemplo, se você iniciar seu trabalho de 
transformação em 26/08/2022 às 13h UTC, os dados capturados serão rotulados com uma string de 
prefixo 2022/08/26/13/.

InferenceId Geração

Ao configurar uma DataCaptureConfig para um trabalho de transformação, você pode ativar 
o sinalizador booleano GenerateInferenceId. Essa ação é particularmente útil quando você 
precisa executar trabalhos de monitoramento da qualidade do modelo e do desvio do modelo, 
para os quais você precisa de dados do Ground Truth ingeridos pelo usuário. O monitor de modelo 
depende de um ID de inferência para combinar os dados capturados e os dados do Ground Truth. 
Para obter detalhes adicionais sobre a ingestão do Ground Truth, consulte Ingerir rótulos do Ground 
Truth e mesclá-los com previsões. Quando GenerateInferenceId está ativado, a saída da 
transformação anexa um ID de inferência (um UUID aleatório), bem como o horário de início do 
trabalho de transformação em UTC para cada registro. Você precisa desses dois valores para 
executar o monitoramento da qualidade do modelo e do desvio de modelo. Ao criar os dados do 
Ground Truth, você precisa fornecer o mesmo ID de inferência para corresponder aos dados de 
saída. Atualmente, esse recurso é compatível com saídas de transformação nos formatos CSV, 
JSON e JSONL.

Se a saída da transformação estiver no formato CSV, o arquivo de saída terá a aparência do 
exemplo a seguir:

0, 1f1d57b1-2e6f-488c-8c30-db4e6d757861,2022-08-30T00:49:15Z
1, 22445434-0c67-45e9-bb4d-bd1bf26561e6,2022-08-30T00:49:15Z
...

As duas últimas colunas são a ID de inferência e o horário de início do trabalho de transformação. 
Não os modifique. As colunas restantes são as saídas do seu trabalho de transformação.

Se a saída da transformação estiver no formato JSON ou JSONL, o arquivo de saída terá a 
aparência do exemplo a seguir:
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{"output": 0, "SageMakerInferenceId": "1f1d57b1-2e6f-488c-8c30-db4e6d757861", 
 "SageMakerInferenceTime": "2022-08-30T00:49:15Z"}
{"output": 1, "SageMakerInferenceId": "22445434-0c67-45e9-bb4d-bd1bf26561e6", 
 "SageMakerInferenceTime": "2022-08-30T00:49:15Z"}
... 
                 

Há dois campos anexados que são reservados, SageMakerInferenceId e
SageMakerInferenceTime. Não modifique esses campos se precisar executar o monitoramento 
da qualidade do modelo ou do desvio de modelo. pois você precisa deles para trabalhos de 
mesclagem.

Monitorar a qualidade dos dados

O monitoramento de qualidade dos dados monitora automaticamente os modelos de machine 
learning (ML) em produção e notifica você quando surgem problemas de qualidade de dados. 
Os modelos de ML em produção têm que fazer previsões sobre dados da vida real que não são 
cuidadosamente curados como a maioria dos conjuntos de dados de treinamento. Se a natureza 
estatística dos dados que o modelo recebe durante a produção se desviar da natureza dos dados 
da linha de base nos quais foi treinado, o modelo começa a perder a precisão em suas previsões. O 
Amazon SageMaker Model Monitor usa regras para detectar desvios de dados e alerta você quando 
isso acontece. Para monitorar a qualidade dos dados, siga estas etapas:

• Habilite captura de dados. Essa ação captura a entrada e a saída de inferência de um endpoint 
de inferência em tempo real ou de um trabalho de transformação em lote e armazena os dados no 
Amazon S3. Para ter mais informações, consulte Capturar dados.

• Crie uma linha de base. Nesta etapa, você executará um trabalho de linha de base que analisa 
um conjunto de dados de entrada fornecido por você. A linha de base calcula as restrições do 
esquema de linha de base para cada recurso usando Deequ, uma biblioteca de código aberto 
criada no Apache Spark que é usada para medir a qualidade dos dados em conjuntos de dados 
grandes. Para ter mais informações, consulte Criar uma linha de base.

• Defina e programe trabalhos de monitoramento de qualidade dos dados. Para obter informações 
específicas e exemplos de código de trabalhos de monitoramento da qualidade dos dados, 
consulte Programar trabalhos de monitoramento da qualidade dos dados. Para obter informações 
gerais sobre trabalhos de monitoramento, consulte Programar trabalhos de monitoramento.
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• Opcionalmente, use scripts de pré-processamento e pós-processamento para transformar os 
dados que saem da sua análise de qualidade dos dados. Para ter mais informações, consulte
Pré-processamento e pós-processamento.

• Visualize métricas de qualidade dos dados. Para ter mais informações, consulte Esquema para 
estatísticas (arquivo statistics.json).

• Integre o monitoramento da qualidade dos dados com a Amazon CloudWatch. Para ter mais 
informações, consulte CloudWatch Métricas.

• Interpretar os resultados de um trabalho de monitoramento. Para ter mais informações, consulte
Interpretar resultados.

• Use o SageMaker Studio para permitir o monitoramento da qualidade dos dados e visualizar 
os resultados se você estiver usando um endpoint em tempo real. Para ter mais informações, 
consulte Visualize resultados para endpoints em tempo real no Amazon Studio SageMaker .

Note

O Model Monitor calcula métricas e estatísticas do modelo somente em dados tabulares. Por 
exemplo, um modelo de classificação de imagens que usa imagens como entrada e gera um 
rótulo baseado nessa imagem ainda pode ser monitorado. O Model Monitor seria capaz de 
calcular métricas e estatísticas para a saída, não para a entrada.

Tópicos

• Criar uma linha de base

• Programar trabalhos de monitoramento da qualidade dos dados

• Esquema para estatísticas (arquivo statistics.json)

• CloudWatch Métricas

• Esquema para violações (arquivo constraint_violations.json)

Criar uma linha de base

Os cálculos da linha de base de estatísticas e restrições são necessários como um padrão 
em relação ao qual o desvio de dados e outros problemas de qualidade de dados podem ser 
detectados. O Model Monitor fornece um contêiner interno que oferece a capacidade de sugerir 
automaticamente as restrições para a entrada JSON simples e CSV. Esse sagemaker-model-

Criar uma linha de base 5350



Amazon SageMaker Guia do Desenvolvedor

monitor-analyzercontêiner também fornece uma variedade de recursos de monitoramento de 
modelos, incluindo validação de restrições em relação a uma linha de base e emissão de métricas 
da Amazon CloudWatch . Esse contêiner é baseado na versão 3.3.0 do Spark e foi criado com a 
versão 2.0.2 do Deequ. Todos os nomes das colunas em seu conjunto de dados de linha de base 
devem estar em conformidade com o Spark. Para os nomes das colunas, use somente caracteres 
minúsculos e _ como o único caractere especial.

O conjunto de dados de treinamento usado para treinar o modelo geralmente é um bom conjunto de 
dados de linha de base. O esquema de dados do conjunto de dados de treinamento e o esquema 
do conjunto de dados de inferência devem ser uma correspondência exata (o número e a ordem dos 
recursos). Presume-se que as colunas de previsão de saída sejam as primeiras colunas no conjunto 
de dados de treinamento. No conjunto de dados de treinamento, você pode pedir SageMaker para 
sugerir um conjunto de restrições básicas e gerar estatísticas descritivas para explorar os dados. 
Para esse exemplo, faça upload do conjunto de dados de treinamento usado para treinar o modelo 
pré-treinado incluído neste exemplo. Se você já armazenou o conjunto de dados de treinamento no 
Amazon S3, poderá apontar diretamente para ele.

Para criar uma linha de base a partir de um conjunto de dados de treinamento

Quando você tiver seus dados de treinamento prontos e armazenados no 
Amazon S3, inicie um trabalho de processamento básico usando o SDK
DefaultModelMonitor.suggest_baseline(..) do Amazon Python SageMaker . Essa ação 
usa um Contêiner pré-construído Amazon SageMaker Model Monitor que gera estatísticas de 
linha de base e sugere restrições de linha de base para o conjunto de dados e as grava no local
output_s3_uri especificado.

from sagemaker.model_monitor import DefaultModelMonitor
from sagemaker.model_monitor.dataset_format import DatasetFormat

my_default_monitor = DefaultModelMonitor( 
    role=role, 
    instance_count=1, 
    instance_type='ml.m5.xlarge', 
    volume_size_in_gb=20, 
    max_runtime_in_seconds=3600,
)

my_default_monitor.suggest_baseline( 
    baseline_dataset=baseline_data_uri+'/training-dataset-with-header.csv', 
    dataset_format=DatasetFormat.csv(header=True), 
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    output_s3_uri=baseline_results_uri, 
    wait=True
)

Note

Se você fornecer os nomes dos recursos/colunas no conjunto de dados de treinamento como 
a primeira linha e definir a header=True opção conforme mostrado na amostra de código 
anterior, SageMaker use o nome do recurso no arquivo de restrições e estatísticas.

As estatísticas de linha de base para o conjunto de dados estão contidas no arquivo statistics.json 
e as restrições de linha de base sugeridas estão contidas no arquivo constraints.json no local 
especificado com output_s3_uri.

Arquivos de saída para estatísticas e restrições do conjunto de dados tabular

Nome do arquivo Descrição

statistics.json Espera-se que este arquivo tenha estatísti 
cas colunares para cada recurso no conjunto 
de dados que é analisado. Para obter mais 
informações sobre o esquema desse arquivo, 
consulte Esquema para estatísticas (arquivo 
statistics.json).

constraints.json Espera-se que este arquivo tenha as restrições 
sobre os recursos observados. Para obter mais 
informações sobre o esquema desse arquivo, 
consulte Esquema para restrições (arquivo 
constraints.json).

O Amazon SageMaker Python SDK fornece funções de conveniência descritas para gerar as 
estatísticas e restrições básicas. No entanto, se você quiser chamar o trabalho de processamento 
diretamente para essa finalidade, é necessário definir o mapa Environment como mostrado no 
exemplo a seguir:

"Environment": { 
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    "dataset_format": "{\"csv\”: { \”header\”: true}", 
    "dataset_source": "/opt/ml/processing/sm_input", 
    "output_path": "/opt/ml/processing/sm_output", 
    "publish_cloudwatch_metrics": "Disabled",
}

Programar trabalhos de monitoramento da qualidade dos dados

Depois de criar sua linha de base, você pode chamar o método
create_monitoring_schedule() da sua instância de classe DefaultModelMonitor para 
programar um monitor horário de qualidade dos modelo. As seções a seguir mostram como criar um 
monitor de qualidade dos modelo para um modelo implantado em um endpoint em tempo real, bem 
como para um trabalho de transformação de lotes.

Important

Você pode especificar uma entrada de transformação de lotes ou uma entrada de endpoint, 
mas não ambas, ao criar sua programação de monitoramento.

Monitoramento da qualidade dos dados para modelos implantados em endpoints em 
tempo real

Para programar um monitor de qualidade dos dados para um endpoint em tempo real, transmita 
sua instância EndpointInput para o argumento endpoint_input de sua instância
DefaultModelMonitor, conforme mostrado no exemplo de código a seguir:

from sagemaker.model_monitor import CronExpressionGenerator 
                 
data_quality_model_monitor = DefaultModelMonitor( 
   role=sagemaker.get_execution_role(), 
   ...
)

schedule = data_quality_model_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   statistics=data_quality_model_monitor.baseline_statistics(), 
   constraints=data_quality_model_monitor.suggested_constraints(), 

Programar trabalhos de monitoramento da qualidade dos dados 5353



Amazon SageMaker Guia do Desenvolvedor

   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint", 
   )
)

Monitoramento da qualidade dos dados para trabalhos de transformação de lotes

Para programar um monitor de qualidade dos dados para um trabalho de transformação de lotes, 
transmita sua instância BatchTransformInput para o argumento batch_transform_input de 
sua instância DefaultModelMonitor, conforme mostrado no exemplo de código a seguir:

from sagemaker.model_monitor import CronExpressionGenerator 
                 
data_quality_model_monitor = DefaultModelMonitor( 
   role=sagemaker.get_execution_role(), 
   ...
)

schedule = data_quality_model_monitor.create_monitoring_schedule( 
    monitor_schedule_name=mon_schedule_name, 
    batch_transform_input=BatchTransformInput( 
        data_captured_destination_s3_uri=s3_capture_upload_path, 
        destination="/opt/ml/processing/input", 
        dataset_format=MonitoringDatasetFormat.csv(header=False), 
    ), 
    output_s3_uri=s3_report_path, 
    statistics= statistics_path, 
    constraints = constraints_path, 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

Esquema para estatísticas (arquivo statistics.json)

O contêiner pré-construído do Amazon SageMaker Model Monitor calcula estatísticas por coluna/
recurso. As estatísticas são calculadas para o conjunto de dados da linha de base e também para o 
conjunto de dados atual que está sendo analisado.

{ 
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    "version": 0, 
    # dataset level stats 
    "dataset": { 
        "item_count": number 
    }, 
    # feature level stats 
    "features": [ 
        { 
            "name": "feature-name", 
            "inferred_type": "Fractional" | "Integral", 
            "numerical_statistics": { 
                "common": { 
                    "num_present": number, 
                    "num_missing": number 
                }, 
                "mean": number, 
                "sum": number, 
                "std_dev": number, 
                "min": number, 
                "max": number, 
                "distribution": { 
                    "kll": { 
                        "buckets": [ 
                            { 
                                "lower_bound": number, 
                                "upper_bound": number, 
                                "count": number 
                            } 
                        ], 
                        "sketch": { 
                            "parameters": { 
                                "c": number, 
                                "k": number 
                            }, 
                            "data": [ 
                                [ 
                                    num, 
                                    num, 
                                    num, 
                                    num 
                                ], 
                                [ 
                                    num, 
                                    num 
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                                ][ 
                                    num, 
                                    num 
                                ] 
                            ] 
                        }#sketch 
                    }#KLL 
                }#distribution 
            }#num_stats 
        }, 
        { 
            "name": "feature-name", 
            "inferred_type": "String", 
            "string_statistics": { 
                "common": { 
                    "num_present": number, 
                    "num_missing": number 
                }, 
                "distinct_count": number, 
                "distribution": { 
                    "categorical": { 
                         "buckets": [ 
                                { 
                                    "value": "string", 
                                    "count": number 
                                } 
                          ] 
                     } 
                } 
            }, 
            #provision for custom stats 
        } 
    ]
}

Observe o seguinte:

• Os contêineres pré-criados calculam o esboço KLL, que é um esboço de quantias compactas.

• Por padrão, materializamos a distribuição em 10 buckets. Isso não é configurável no momento.
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CloudWatch Métricas

Você pode usar o contêiner incorporado Amazon SageMaker Model Monitor para CloudWatch 
métricas. Quando a emit_metrics opção está Enabled no arquivo de restrições da linha de base, 
SageMaker emite essas métricas para cada recurso/coluna observada no conjunto de dados no 
seguinte namespace:

• For real-time endpoints: /aws/sagemaker/Endpoints/data-metric namespace 
com dimensões EndpointName e ScheduleName.

• For batch transform jobs: /aws/sagemaker/ModelMonitoring/data-metric
namespace com dimensão MonitoringSchedule.

Para campos numéricos, o contêiner integrado emite as seguintes métricas: CloudWatch

• Métrica: Max → consulta para MetricName: feature_data_{feature_name}, Stat: Max

• Métrica: Min → consulta para MetricName: feature_data_{feature_name}, Stat: Min

• Métrica: Sum → consulta para MetricName: feature_data_{feature_name}, Stat: Sum

• Métrica: SampleCount → consulta para MetricName: feature_data_{feature_name}, 
Stat: SampleCount

• Métrica: Average → consulta para MetricName: feature_data_{feature_name}, Stat: 
Average

Para campos numéricos e de string, o contêiner integrado emite as seguintes métricas: CloudWatch

• Métrica: Completeness → consulta para MetricName: 
feature_non_null_{feature_name}, Stat: Sum

• Métrica: Baseline Drift → consulta para MetricName: 
feature_baseline_drift_{feature_name}, Stat: Sum

Esquema para violações (arquivo constraint_violations.json)

O arquivo de violações é gerado como a saída de um MonitoringExecution, que lista os 
resultados da avaliação das restrições (especificadas no arquivo constraints.json) em relação ao 
conjunto de dados atual que foi analisado. O contêiner pré-construído Amazon SageMaker Model 
Monitor fornece as seguintes verificações de violação.
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{ 
    "violations": [{ 
      "feature_name" : "string", 
      "constraint_check_type" : 
              "data_type_check", 
            | "completeness_check", 
            | "baseline_drift_check", 
            | "missing_column_check", 
            | "extra_column_check", 
            | "categorical_values_check" 
      "description" : "string" 
    }]
}

Tipos de violações monitoradas

Tipo de verificação de violação Descrição

data_type_check Se os tipos de dados na execução atual não 
forem os mesmos que no conjunto de dados da 
linha de base, essa violação será sinalizada.

Durante a etapa da linha de base, as restriçõe 
s geradas sugerem o tipo de dados inferidos 
para cada coluna. O parâmetro monitorin 
g_config.datatype_check_thr 
eshold  pode ser regulado para ajustar 
o limite quando for sinalizado como uma 
violação.

completeness_check Se a completude (% de itens não nulos) 
observada na execução atual exceder o limite 
especificado no limite de completude especific 
ado por recurso, essa violação será sinalizada.

Durante a etapa da linha de base, as restrições 
geradas sugerem um valor de completude.

baseline_drift_check Se a distância de distribuição calculada entre 
os conjuntos de dados atual e da linha de 
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Tipo de verificação de violação Descrição

base for maior do que o limite especificado 
em monitoring_config.compariso 
n_threshold , essa violação será sinalizad 
a.

missing_column_check Se o número de colunas no conjunto de dados 
atual for menor que o número no conjunto de 
dados da linha de base, essa violação será 
sinalizada.

extra_column_check Se o número de colunas no conjunto de dados 
atual for maior que o número na linha de base, 
essa violação será sinalizada.

categorical_values_check Se houver mais valores desconhecidos no 
conjunto de dados atual do que no conjunto 
de dados da linha de base, essa violação 
será sinalizada. Esse valor é ditado pelo limite 
em monitoring_config.domain_co 
ntent_threshold .

Monitorar a qualidade do modelo

Os trabalhos de monitoramento da qualidade do modelo monitoram a performance de um modelo 
comparando as previsões que o modelo faz com os rótulos reais do Ground Truth que o modelo 
tenta prever. Para fazer isso, o monitoramento da qualidade do modelo mescla dados que são 
capturados da inferência em tempo real ou em lote com rótulos reais que você armazena em um 
bucket do Amazon S3 e, em seguida, compara as previsões com os rótulos reais.

Para medir a qualidade do modelo, o Model Monitor usa métricas que dependem do tipo de problema 
de ML. Por exemplo, se seu modelo for para um problema de regressão, uma das métricas avaliadas 
é o erro quadrático médio (mse). Para obter informações sobre todas as métricas usadas para os 
diferentes tipos de problemas de ML, consulte Métricas de qualidade do modelo.

O monitoramento da qualidade do modelo segue as mesmas etapas do monitoramento da qualidade 
dos dados, mas adiciona a etapa adicional de mesclar os rótulos reais do Amazon S3 com as 
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previsões capturadas do endpoint de inferência em tempo real ou do trabalho de transformação em 
lote. Para monitorar a qualidade do modelo, siga estas etapas:

• Habilitar captura de dados. Essa ação captura a entrada e a saída de inferência de um endpoint 
de inferência em tempo real ou de um trabalho de transformação em lote e armazena os dados no 
Amazon S3. Para ter mais informações, consulte Capturar dados.

• Crie uma linha de base. Nesta etapa, você executa um trabalho de linha de base que compara 
as previsões do modelo com os rótulos do Ground Truth em um conjunto de dados de linha de 
base. O trabalho de linha de base cria automaticamente regras e restrições estatísticas básicas 
que definem os limites em relação aos quais a performance do modelo é avaliada. Para ter mais 
informações, consulte Criar uma linha de base de qualidade do modelo.

• Definir e programar trabalhos de monitoramento de qualidade de modelos. Para obter informações 
específicas e exemplos de código de trabalhos de monitoramento da qualidade do modelo, 
consulte Programar trabalhos de monitoramento de qualidade de modelos. Para obter informações 
gerais sobre trabalhos de monitoramento, consulte Programar trabalhos de monitoramento.

• Ingerir rótulos do Ground Truth que o monitor do modelo se mescla com os dados de previsão 
capturados de um endpoint de inferência em tempo real ou de um trabalho de transformação 
em lote. Para ter mais informações, consulte Ingerir rótulos do Ground Truth e mesclá-los com 
previsões.

• Integre o monitoramento da qualidade do modelo com a Amazon CloudWatch. Para ter mais 
informações, consulte  CloudWatch Métricas de qualidade do modelo.

• Interpretar os resultados de um trabalho de monitoramento. Para ter mais informações, consulte
Interpretar resultados.

• Use o SageMaker Studio para permitir o monitoramento da qualidade do modelo e visualizar os 
resultados. Para ter mais informações, consulte Visualize resultados para endpoints em tempo real 
no Amazon Studio SageMaker .

Tópicos

• Criar uma linha de base de qualidade do modelo

• Programar trabalhos de monitoramento de qualidade de modelos

• Ingerir rótulos do Ground Truth e mesclá-los com previsões

• Métricas de qualidade do modelo

• CloudWatch Métricas de qualidade do modelo
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Criar uma linha de base de qualidade do modelo

Crie um trabalho de linha de base que compare suas previsões de modelo com rótulos de 
veracidade em um conjunto de dados de linha de base que você armazenou no Amazon S3. 
Normalmente, você usa um conjunto de dados de treinamento como o conjunto de dados de linha de 
base. O trabalho de linha de base calcula as métricas do modelo e sugere restrições a serem usadas 
para monitorar a variação da qualidade do modelo.

Para criar um trabalho de linha de base, você precisa ter um conjunto de dados que contenha 
previsões do seu modelo junto com rótulos que representem o Ground Truth para seus dados.

Para criar um trabalho básico, use a ModelQualityMonitor classe fornecida pelo SDK do 
SageMaker Python e conclua as etapas a seguir.

Para criar uma linha de base de qualidade do modelo

1. Primeiramente, crie uma instância da classe ModelQualityMonitor. O trecho de código a 
seguir mostra como fazer isso.

from sagemaker import get_execution_role, session, Session
from sagemaker.model_monitor import ModelQualityMonitor 
                 
role = get_execution_role()
session = Session()

model_quality_monitor = ModelQualityMonitor( 
    role=role, 
    instance_count=1, 
    instance_type='ml.m5.xlarge', 
    volume_size_in_gb=20, 
    max_runtime_in_seconds=1800, 
    sagemaker_session=session
)

2. Agora, chame o método suggest_baseline do objeto ModelQualityMonitor para executar 
um trabalho de linha de base. O trecho de código a seguir pressupõe que você tenha um 
conjunto de dados de linha de base que contém previsões e rótulos armazenados no Amazon 
S3.

baseline_job_name = "MyBaseLineJob"
job = model_quality_monitor.suggest_baseline( 
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    job_name=baseline_job_name, 
    baseline_dataset=baseline_dataset_uri, # The S3 location of the validation 
 dataset. 
    dataset_format=DatasetFormat.csv(header=True), 
    output_s3_uri = baseline_results_uri, # The S3 location to store the results. 
    problem_type='BinaryClassification', 
    inference_attribute= "prediction", # The column in the dataset that contains 
 predictions. 
    probability_attribute= "probability", # The column in the dataset that contains 
 probabilities. 
    ground_truth_attribute= "label" # The column in the dataset that contains 
 ground truth labels.
)
job.wait(logs=False)

3. Após a conclusão do trabalho de linha de base, é possível visualizar as restrições que o trabalho 
gerou. Primeiro, obtenha os resultados do trabalho de linha de base chamando o método
latest_baselining_job do objeto ModelQualityMonitor.

baseline_job = model_quality_monitor.latest_baselining_job

4. O trabalho de linha de base sugere restrições, que são limites para métricas que modelam 
medidas de monitoramento. Se uma métrica ultrapassar o limite sugerido, o Model Monitor relata 
uma violação. Para visualizar as restrições que o trabalho de linha de base gerou, chame o 
método suggested_constraints do trabalho de linha de base. O trecho de código a seguir 
carrega as restrições de um modelo de classificação binária em um dataframe Pandas.

import pandas as pd
pd.DataFrame(baseline_job.suggested_constraints().body_dict["binary_classification_constraints"]).T

Recomendamos que você visualize as restrições geradas e as modifique conforme necessário 
antes de usá-las para monitoramento. Por exemplo, se uma restrição for muito agressiva, você 
poderá receber mais alertas de violações do que gostaria.

Se sua restrição contiver números expressos em notação científica, você precisará convertê-
los em flutuantes. O exemplo de script de pré-processamento de python a seguir mostra como 
converter números em notação científica em flutuantes.

import csv

def fix_scientific_notation(col): 
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    try: 
        return format(float(col), "f") 
    except: 
        return col

def preprocess_handler(csv_line): 
    reader = csv.reader([csv_line]) 
    csv_record = next(reader) 
    #skip baseline header, change HEADER_NAME to the first column's name 
    if csv_record[0] == “HEADER_NAME”: 
       return [] 
    return { str(i).zfill(20) : fix_scientific_notation(d) for i, d in 
 enumerate(csv_record)}

Você pode adicionar seu script de pré-processamento a uma linha de base ou programação 
de monitoramento como um record_preprocessor_script, conforme definido na 
documentação do Model Monitor.

5. Quando estiver satisfeito com as restrições, passe-as como parâmetro constraints ao criar 
uma programação de monitoramento. Para ter mais informações, consulte Programar trabalhos 
de monitoramento de qualidade de modelos.

As restrições de linha de base sugeridas estão contidas no arquivo constraints.json no local com o 
qual você especifica output_s3_uri. Para obter informações sobre o esquema desse arquivo no
Esquema para restrições (arquivo constraints.json).

Programar trabalhos de monitoramento de qualidade de modelos

Depois de criar sua linha de base, você pode chamar o método
create_monitoring_schedule() da sua instância de classe ModelQualityMonitor para 
programar um monitor horário de qualidade do modelo. As seções a seguir mostram como criar um 
monitor de qualidade do modelo para um modelo implantado em um endpoint em tempo real, bem 
como para um trabalho de transformação em lote.

Important

Você pode especificar uma entrada de transformação em lote ou uma entrada de endpoint, 
mas não ambas, ao criar sua programação de monitoramento.
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Ao contrário do monitoramento da qualidade dos dados, você precisa fornecer rótulos do Ground 
Truth se quiser monitorar a qualidade do modelo. No entanto, os rótulos do Ground Truth podem ser 
adiados. Para resolver isso, especifique compensações ao criar sua programação de monitoramento.

Deslocamentos do monitor do modelo

Os trabalhos de qualidade do modelo incluem StartTimeOffset e EndTimeOffset, 
que são campos do parâmetro ModelQualityJobInput do método
create_model_quality_job_definition que funcionam da seguinte maneira:

• StartTimeOffset - Se especificado, os trabalhos subtraem esse tempo da hora de início.

• EndTimeOffset - Se especificado, os trabalhos subtraem esse tempo da hora de término.

O formato dos deslocamentos é, por exemplo, -PT7H, onde 7H significa 7 horas. Você pode usar -PT 
#H ou -P#D, em que H = horas, D = dias e M = minutos, e # é o número. Além disso, o deslocamento 
deve estar no formato de duração ISO 8601.

Por exemplo, se seu Ground Truth começar a chegar após 1 dia, mas não for concluído por uma 
semana, defina StartTimeOffset como -P8D e EndTimeOffset como -P1D. Então, se você 
programar um trabalho para ser executado em 2020-01-09T13:00, ele analisará os dados entre
2020-01-01T13:00 e 2020-01-08T13:00.

Important

A cadência da programação deve ser tal que uma execução termine antes do início da 
próxima execução, o que permite que o Ground Truth mescle o trabalho e o trabalho de 
monitoramento da execução até a conclusão. O tempo de execução máximo de uma 
execução é dividido entre os dois trabalhos, portanto, para um trabalho de monitoramento 
horário de qualidade do modelo, o valor MaxRuntimeInSeconds especificado como parte 
de StoppingCondition não deve ser superior a 1800.

Monitoramento da qualidade do modelo para modelos implantados em endpoints em 
tempo real

Para programar um monitor de qualidade do modelo para um endpoint em tempo real, transmita 
sua instância EndpointInput para o argumento endpoint_input de sua instância
ModelQualityMonitor, conforme mostrado no exemplo de código a seguir:
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from sagemaker.model_monitor import CronExpressionGenerator 
                     
model_quality_model_monitor = ModelQualityMonitor( 
   role=sagemaker.get_execution_role(), 
   ...
)

schedule = model_quality_model_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   schedule_cron_expression=CronExpressionGenerator.hourly(),     
   statistics=model_quality_model_monitor.baseline_statistics(), 
   constraints=model_quality_model_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint", 
        start_time_offset="-PT2D", 
        end_time_offset="-PT1D", 
    )
)

Monitoramento da qualidade do modelo para trabalhos de transformação de lotes

Para programar um monitor de qualidade do modelo para um trabalho de transformação em lote, 
transmita sua instância BatchTransformInput para o argumento batch_transform_input de 
sua instância ModelQualityMonitor, conforme mostrado no exemplo de código a seguir:

from sagemaker.model_monitor import CronExpressionGenerator

model_quality_model_monitor = ModelQualityMonitor( 
   role=sagemaker.get_execution_role(), 
   ...
)

schedule = model_quality_model_monitor.create_monitoring_schedule( 
    monitor_schedule_name=mon_schedule_name, 
    batch_transform_input=BatchTransformInput( 
        data_captured_destination_s3_uri=s3_capture_upload_path, 
        destination="/opt/ml/processing/input", 
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        dataset_format=MonitoringDatasetFormat.csv(header=False), 
        # the column index of the output representing the inference probablity 
        probability_attribute="0", 
        # the threshold to classify the inference probablity to class 0 or 1 in  
        # binary classification problem 
        probability_threshold_attribute=0.5, 
        # look back 6 hour for transform job outputs. 
        start_time_offset="-PT6H", 
        end_time_offset="-PT0H" 
    ), 
    ground_truth_input=gt_s3_uri, 
    output_s3_uri=s3_report_path, 
    problem_type="BinaryClassification", 
    constraints = constraints_path, 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

Ingerir rótulos do Ground Truth e mesclá-los com previsões

O monitoramento da qualidade do modelo compara as previsões que seu modelo faz com rótulos de 
veracidade para medir a qualidade do modelo. Para que isso funcione, você rotula periodicamente os 
dados capturados pelo seu trabalho de transformação em lote ou endpoint e os carrega no Amazon 
S3.

Para combinar os rótulos do Ground Truth com os dados de previsão capturados, deve haver um 
identificador exclusivo para cada registro no conjunto de dados. A estrutura de cada registro para 
dados de veracidade é a seguinte:

{ 
  "groundTruthData": { 
    "data": "1", 
    "encoding": "CSV" # only CSV supported at launch, we assume "data" only consists of 
 label 
  }, 
  "eventMetadata": { 
    "eventId": "aaaa-bbbb-cccc" 
  }, 
  "eventVersion": "0"
}

Na estrutura groundTruthData, eventId pode ser uma das seguintes opções:
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• eventId – Esse ID é gerado automaticamente quando um usuário invoca o endpoint.

• inferenceId – O chamador fornece esse ID ao invocar o endpoint.

Se inferenceId estiver presente nos registros de dados capturados, o Model Monitor o usará para 
mesclar os dados capturados com os registros do Ground Truth. Você é responsável por garantir 
que os registros inferenceId do Ground Truth correspondam aos inferenceId dos registros 
capturados. Se inferenceId estiver presente nos dados capturados, o Model Monitor usará
eventId dos registros de dados capturados paca combiná-los com o registro do Ground Truth.

Você deve fazer o upload dos dados do Ground Truth em um bucket do Amazon S3 que tenha o 
mesmo formato de caminho dos dados capturados, que tem o seguinte formato:

s3://bucket/prefix/yyyy/mm/dd/hh

A data nesse caminho é a data em que o rótulo do Ground Truth é coletado e não precisa 
corresponder à data em que a inferência foi gerada.

Depois de criar e carregar os rótulos do Ground Truth, inclua a localização dos rótulos como 
parâmetro ao criar o trabalho de monitoramento. Se você estiver usando AWS SDK for 
Python (Boto3), faça isso especificando a localização dos rótulos do Ground Truth como 
o campo S3Uri do parâmetro GroundTruthS3Input em uma chamada para o método
create_model_quality_job_definition. Se você estiver usando o SDK do SageMaker 
Python, especifique a localização dos rótulos do Ground Truth como ground_truth_input
parâmetro na chamada para o objetocreate_monitoring_schedule. ModelQualityMonitor

Métricas de qualidade do modelo

Os trabalhos de monitoramento da qualidade do modelo calculam métricas diferentes dependendo 
do tipo de problema de ML. As seções a seguir listam as métricas analisadas para cada tipo de 
problema de ML.

Note

O desvio padrão para métricas é fornecido somente quando pelo menos 200 amostras estão 
disponíveis. O Model Monitor calcula o desvio padrão amostrando aleatoriamente 80% dos 
dados 5 vezes, calculando a métrica e tomando o desvio padrão para esses resultados.
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Métricas de regressão

Veja a seguir um exemplo das métricas que o monitor de qualidade do modelo calcula para um 
problema de regressão.

"regression_metrics" : { 
    "mae" : { 
      "value" : 0.3711832061068702, 
      "standard_deviation" : 0.0037566388129940394 
    }, 
    "mse" : { 
      "value" : 0.3711832061068702, 
      "standard_deviation" : 0.0037566388129940524 
    }, 
    "rmse" : { 
      "value" : 0.609248066149471, 
      "standard_deviation" : 0.003079253267651125 
    }, 
    "r2" : { 
      "value" : -1.3766111872212665, 
      "standard_deviation" : 0.022653980022771227 
    } 
  }

Métricas de classificação binária

Veja a seguir um exemplo das métricas que o monitor de qualidade do modelo calcula para um 
problema de classificação binária.

"binary_classification_metrics" : { 
    "confusion_matrix" : { 
      "0" : { 
        "0" : 1, 
        "1" : 2 
      }, 
      "1" : { 
        "0" : 0, 
        "1" : 1 
      } 
    }, 
    "recall" : { 
      "value" : 1.0, 
      "standard_deviation" : "NaN" 
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    }, 
    "precision" : { 
      "value" : 0.3333333333333333, 
      "standard_deviation" : "NaN" 
    }, 
    "accuracy" : { 
      "value" : 0.5, 
      "standard_deviation" : "NaN" 
    }, 
    "recall_best_constant_classifier" : { 
      "value" : 1.0, 
      "standard_deviation" : "NaN" 
    }, 
    "precision_best_constant_classifier" : { 
      "value" : 0.25, 
      "standard_deviation" : "NaN" 
    }, 
    "accuracy_best_constant_classifier" : { 
      "value" : 0.25, 
      "standard_deviation" : "NaN" 
    }, 
    "true_positive_rate" : { 
      "value" : 1.0, 
      "standard_deviation" : "NaN" 
    }, 
    "true_negative_rate" : { 
      "value" : 0.33333333333333337, 
      "standard_deviation" : "NaN" 
    }, 
    "false_positive_rate" : { 
      "value" : 0.6666666666666666, 
      "standard_deviation" : "NaN" 
    }, 
    "false_negative_rate" : { 
      "value" : 0.0, 
      "standard_deviation" : "NaN" 
    }, 
    "receiver_operating_characteristic_curve" : { 
      "false_positive_rates" : [ 0.0, 0.0, 0.0, 0.0, 0.0, 1.0 ], 
      "true_positive_rates" : [ 0.0, 0.25, 0.5, 0.75, 1.0, 1.0 ] 
    }, 
    "precision_recall_curve" : { 
      "precisions" : [ 1.0, 1.0, 1.0, 1.0, 1.0 ], 
      "recalls" : [ 0.0, 0.25, 0.5, 0.75, 1.0 ] 
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    }, 
    "auc" : { 
      "value" : 1.0, 
      "standard_deviation" : "NaN" 
    }, 
    "f0_5" : { 
      "value" : 0.3846153846153846, 
      "standard_deviation" : "NaN" 
    }, 
    "f1" : { 
      "value" : 0.5, 
      "standard_deviation" : "NaN" 
    }, 
    "f2" : { 
      "value" : 0.7142857142857143, 
      "standard_deviation" : "NaN" 
    }, 
    "f0_5_best_constant_classifier" : { 
      "value" : 0.29411764705882354, 
      "standard_deviation" : "NaN" 
    }, 
    "f1_best_constant_classifier" : { 
      "value" : 0.4, 
      "standard_deviation" : "NaN" 
    }, 
    "f2_best_constant_classifier" : { 
      "value" : 0.625, 
      "standard_deviation" : "NaN" 
    } 
  }

Métricas de várias classes

Veja a seguir um exemplo das métricas que o monitor de qualidade do modelo calcula para um 
problema de classificação de várias classes.

"multiclass_classification_metrics" : { 
    "confusion_matrix" : { 
      "0" : { 
        "0" : 1180, 
        "1" : 510 
      }, 
      "1" : { 
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        "0" : 268, 
        "1" : 138 
      } 
    }, 
    "accuracy" : { 
      "value" : 0.6288167938931297, 
      "standard_deviation" : 0.00375663881299405 
    }, 
    "weighted_recall" : { 
      "value" : 0.6288167938931297, 
      "standard_deviation" : 0.003756638812994008 
    }, 
    "weighted_precision" : { 
      "value" : 0.6983172269629505, 
      "standard_deviation" : 0.006195912915307507 
    }, 
    "weighted_f0_5" : { 
      "value" : 0.6803947317178771, 
      "standard_deviation" : 0.005328406973561699 
    }, 
    "weighted_f1" : { 
      "value" : 0.6571162346664904, 
      "standard_deviation" : 0.004385008075019733 
    }, 
    "weighted_f2" : { 
      "value" : 0.6384024354394601, 
      "standard_deviation" : 0.003867109755267757 
    }, 
    "accuracy_best_constant_classifier" : { 
      "value" : 0.19370229007633588, 
      "standard_deviation" : 0.0032049848450732355 
    }, 
    "weighted_recall_best_constant_classifier" : { 
      "value" : 0.19370229007633588, 
      "standard_deviation" : 0.0032049848450732355 
    }, 
    "weighted_precision_best_constant_classifier" : { 
      "value" : 0.03752057718081697, 
      "standard_deviation" : 0.001241536088657851 
    }, 
    "weighted_f0_5_best_constant_classifier" : { 
      "value" : 0.04473443104152011, 
      "standard_deviation" : 0.0014460485504284792 
    }, 
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    "weighted_f1_best_constant_classifier" : { 
      "value" : 0.06286421244683643, 
      "standard_deviation" : 0.0019113576884608862 
    }, 
    "weighted_f2_best_constant_classifier" : { 
      "value" : 0.10570313141262414, 
      "standard_deviation" : 0.002734216826748117 
    } 
  }

CloudWatch Métricas de qualidade do modelo

Se você definir o valor de enable_cloudwatch_metrics para True ao criar o cronograma de 
monitoramento, os trabalhos de monitoramento de qualidade do modelo enviarão todas as métricas 
para a Amazon CloudWatch.

As métricas de qualidade do modelo aparecem no seguinte namespace:

• For real-time endpoints: aws/sagemaker/Endpoints/model-metrics

• For batch transform jobs: aws/sagemaker/ModelMonitoring/model-metrics

Para obter uma lista das métricas emitidas, consulte Métricas de qualidade do modelo.

Você pode usar CloudWatch métricas para criar um alarme quando uma métrica específica não 
atinge o limite especificado. Para obter instruções sobre como criar CloudWatch alarmes, consulte
Criar um CloudWatch alarme com base em um limite estático no Guia  CloudWatch do usuário da 
Amazon.

Monitorar o desvio de polarização para modelos em produção

O monitoramento de viés do Amazon SageMaker Clarify ajuda cientistas de dados e engenheiros 
de ML a monitorar regularmente as previsões de viés. À medida que o modelo é monitorado, os 
clientes podem visualizar relatórios e gráficos exportáveis detalhando o viés no SageMaker Studio 
e configurar alertas na Amazon CloudWatch para receber notificações se um viés além de um 
determinado limite for detectado. O desvio pode ser introduzido ou exacerbado nos modelos de ML 
implantados quando os dados de treinamento são diferentes dos dados que o modelo vê durante 
a implantação (ou seja, os dados dinâmicos). Esses tipos de mudanças na distribuição de dados 
dinâmicos podem ser temporários (por exemplo, devido a alguns eventos reais de curta duração) ou 
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permanentes. Em ambos os casos, pode ser importante detectar essas alterações. Por exemplo, os 
resultados de um modelo para prever preços de casas podem se tornar tendenciosos se as taxas de 
hipoteca usadas para treinar o modelo diferirem das taxas de hipoteca atuais do mundo real. Com 
os recursos de detecção de viés no Model Monitor, quando SageMaker detecta um viés além de 
um determinado limite, ele gera automaticamente métricas que você pode visualizar no SageMaker 
Studio e por meio de alertas da Amazon CloudWatch.

Em geral, medir o viés somente durante a train-and-deploy fase pode não ser suficiente. É possível 
que, após a implantação do modelo, a distribuição dos dados que o modelo implantado vê (ou seja, 
os dados dinâmicos) seja diferente da distribuição de dados no conjunto de dados de treinamento. 
Essa mudança pode introduzir desvios em um modelo ao longo do tempo. A mudança na distribuição 
de dados dinâmicos pode ser temporária (por exemplo, devido a algum comportamento de curta 
duração, como as festas de fim de ano) ou permanente. Em ambos os casos, pode ser importante 
detectar essas mudanças e tomar medidas para reduzir o desvio, quando apropriado.

Para detectar essas mudanças, o SageMaker Clarify fornece funcionalidade para monitorar 
continuamente as métricas de viés de um modelo implantado e gerar alertas automatizados se as 
métricas excederem um limite. Por exemplo, considere a métrica de desvio da DPPL. Especifique 
um intervalo permitido de valores A = (amin, amax), por exemplo, um intervalo de (-0,1, 0,1), ao qual a 
DPPL deve pertencer durante a implantação. Qualquer desvio desse intervalo deve gerar um alerta 
de desvio detectado. Com o SageMaker Clarify, você pode realizar essas verificações em intervalos 
regulares.

Por exemplo, você pode definir a frequência das verificações para 2 dias. Isso significa que o 
SageMaker Clarify calcula a métrica DPPL nos dados coletados durante uma janela de 2 dias. Neste 
exemplo, Dwin são os dados que o modelo processou durante a última janela de 2 dias. Um alerta 
será emitido se o valor da DPPL bwin calculado em Dwin estiver fora de um intervalo permitido A. 
Essa abordagem para verificar se bwin está fora de A pode ser um pouco ruidosa. Dwin pode consistir 
em muito poucas amostras e pode não ser representativo da distribuição de dados dinâmicos. O 
pequeno tamanho da amostra significa que o valor do desvio bwin calculado sobre Dwin pode não 
ser uma estimativa muito robusta. Na verdade, valores muito altos (ou baixos) de bwin podem ser 
observados puramente por acaso. Para garantir que as conclusões tiradas dos dados D observados
win sejam estatisticamente significativas, o SageMaker Clarify faz uso de intervalos de confiança. 
Especificamente, ele usa o método Normal Bootstrap Interval para construir um intervalo C= (cmin, 
cmax) de forma que SageMaker Clarify tenha certeza de que o verdadeiro valor de polarização 
calculado sobre os dados ativos completos está contido em C com alta probabilidade. Agora, se o 
intervalo de confiança C se sobrepor ao intervalo permitido A, SageMaker Clarify o interpreta como 
“é provável que o valor da métrica de viés da distribuição de dados ao vivo esteja dentro do intervalo 
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permitido”. Se C e A forem disjuntos, o SageMaker Clarify tem certeza de que a métrica de viés não 
está em A e gera um alerta.

Caderno de exemplo do Model Monitor

O Amazon SageMaker Clarify fornece o seguinte exemplo de caderno que mostra como capturar 
dados de inferência para um endpoint em tempo real, criar uma linha de base para monitorar a 
evolução do preconceito e inspecionar os resultados:

• Monitorando o desvio de viés e o desvio de atribuição de recursos Amazon Clarify SageMaker — 
Use o Amazon SageMaker Model Monitor para monitorar o desvio de viés e o desvio de atribuição 
de recursos ao longo do tempo.

Este notebook foi verificado para ser executado somente no Amazon SageMaker Studio. Se você 
precisar de instruções sobre como abrir um notebook no Amazon SageMaker Studio, consulteCrie 
ou abra um notebook Amazon SageMaker Studio Classic. Caso seja solicitado que você escolha um 
kernel, escolha Python 3 (Data Science). Os tópicos a seguir contêm os destaques das duas últimas 
etapas e contêm exemplos de código do caderno de exemplo.

Tópicos

• Criar uma linha de base de desvio de polarização

• Violações do desvio de polarização

• Configurar parâmetros para monitorar o desvio de polarização

• Programar trabalhos de monitoramento de desvio de polarização

• Inspecionar relatórios para detectar desvios de polarização de dados

• CloudWatch Métricas para análise de desvio de polarização

Criar uma linha de base de desvio de polarização

Depois de configurar seu aplicativo para capturar dados de inferência em tempo real ou de 
transformação em lote, a primeira tarefa para monitorar o desvio de polarização é criar uma linha 
de base. Isso envolve configurar as entradas de dados, quais grupos são confidenciais, como as 
previsões são capturadas e o modelo e suas métricas de desvio pós-treinamento. Em seguida, você 
precisa iniciar o trabalho de linha de base.
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O monitor de desvio de modelo pode detectar o desvio de polarização dos modelos de ML 
regularmente. Semelhante aos outros tipos de monitoramento, o procedimento padrão para criar 
um modelo de monitor de polarização é primeiro estabelecer uma linha de base e, em seguida, 
estabelecer uma programação de monitoramento.

model_bias_monitor = ModelBiasMonitor( 
    role=role, 
    sagemaker_session=sagemaker_session, 
    max_runtime_in_seconds=1800,
)

O DataConfig armazena informações sobre o conjunto de dados a ser analisado (por exemplo, o 
arquivo do conjunto de dados), seu formato (ou seja, linhas CSV ou JSON), cabeçalhos (se houver) 
e rótulo.

model_bias_baselining_job_result_uri = f"{baseline_results_uri}/model_bias"
model_bias_data_config = DataConfig( 
    s3_data_input_path=validation_dataset, 
    s3_output_path=model_bias_baselining_job_result_uri, 
    label=label_header, 
    headers=all_headers, 
    dataset_type=dataset_type,
)

A BiasConfig é a configuração dos grupos confidenciais no conjunto de dados. Normalmente, o 
desvio é medido computando uma métrica e comparando-a entre grupos. O grupo de interesse é 
chamado de faceta. Para o desvio pós-treinamento, você também deve levar em consideração o 
rótulo positivo.

model_bias_config = BiasConfig( 
    label_values_or_threshold=[1], 
    facet_name="Account Length", 
    facet_values_or_threshold=[100],
)

A ModelPredictedLabelConfig especifica como extrair um rótulo previsto da saída do modelo. 
Neste exemplo, o limite de 0,8 foi escolhido com a expectativa de rotatividade de clientes com 
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frequência. Para saídas mais complicadas, há mais algumas opções, como “rótulo”, que é o índice, 
nome ou JMESPath para localizar o rótulo previsto na carga de resposta do endpoint.

model_predicted_label_config = ModelPredictedLabelConfig( 
    probability_threshold=0.8,
)

A ModelConfig é a configuração relacionada ao modelo a ser usado para inferência. Para calcular 
as métricas de desvio pós-treinamento, o cálculo precisa obter inferências para o nome do modelo 
fornecido. Para fazer isso, o trabalho de processamento usa o modelo para criar um endpoint 
efêmero (também conhecido como endpoint de sombra). O trabalho de processamento exclui o 
endpoint de sombra após a conclusão dos cálculos. Essa configuração também é usada pelo monitor 
de explicabilidade.

model_config = ModelConfig( 
    model_name=model_name, 
    instance_count=endpoint_instance_count, 
    instance_type=endpoint_instance_type, 
    content_type=dataset_type, 
    accept_type=dataset_type,
)

Agora você pode iniciar o trabalho de definição de linha de base.

model_bias_monitor.suggest_baseline( 
    model_config=model_config, 
    data_config=model_bias_data_config, 
    bias_config=model_bias_config, 
    model_predicted_label_config=model_predicted_label_config,
)
print(f"ModelBiasMonitor baselining job: 
 {model_bias_monitor.latest_baselining_job_name}")

O monitor programado pega automaticamente o nome do trabalho de linha de base e o aguarda 
antes do início do monitoramento.

Violações do desvio de polarização

Os trabalhos de desvio de polarização avaliam as restrições da linha de base fornecidas pela
configuração da linha de base em relação aos resultados da análise da MonitoringExecution
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atual. Se forem detectadas violações, o trabalho as listará no arquivo constraint_violations.json no 
local de saída de execução e marcará o status da execução como Interpretar resultados.

Aqui está o esquema do arquivo de violações do desvio de polarização.

• facet – O nome da faceta, fornecido pela faceta de configuração da análise de trabalhos de 
monitoramento name_or_index.

• facet_value – O valor da faceta, fornecido pela faceta de configuração da análise de trabalhos 
de monitoramento value_or_threshold.

• metric_name – O nome abreviado da métrica de desvio. Por exemplo, “CI” para desequilíbrio de 
classes. Consulte Medir o desvio de pré-treinamento para obter os nomes abreviados de cada uma 
das métricas de desvio pré-treinamento e Meça os dados pós-treinamento e o desvio de modelo
para os nomes abreviados de cada uma das métricas de desvio pós-treinamento.

• constraint_check_type – O tipo de violação monitorada. No momento, somente
bias_drift_check é compatível.

• description – Uma mensagem descritiva para explicar a violação.

{ 
    "version": "1.0", 
    "violations": [{ 
        "facet": "string", 
        "facet_value": "string", 
        "metric_name": "string", 
        "constraint_check_type": "string", 
        "description": "string" 
    }]
}

Uma métrica de desvio é usada para medir o nível de igualdade em uma distribuição. Um valor 
próximo de zero indica que a distribuição está mais equilibrada. Se o valor de uma métrica de desvio 
no arquivo de resultados da análise do trabalho (analysis.json) for pior do que o valor correspondente 
no arquivo de restrições da linha de base, uma violação será registrada. Por exemplo, se a restrição 
da linha de base para a métrica de desvio da DPPL for 0.2 e o resultado da análise for 0.1, 
nenhuma violação será registrada porque 0.1 está mais próximo de 0 que 0.2. No entanto, se o 
resultado da análise for -0.3, uma violação será registrada porque está mais longe de 0 do que a 
restrição da linha de base de 0.2.

{ 
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    "version": "1.0", 
    "violations": [{ 
        "facet": "Age", 
        "facet_value": "40", 
        "metric_name": "CI", 
        "constraint_check_type": "bias_drift_check", 
        "description": "Value 0.0751544567666083 does not meet the constraint 
 requirement" 
    }, { 
        "facet": "Age", 
        "facet_value": "40", 
        "metric_name": "DPPL", 
        "constraint_check_type": "bias_drift_check", 
        "description": "Value -0.0791244970125596 does not meet the constraint 
 requirement" 
    }]
}

Configurar parâmetros para monitorar o desvio de polarização

O monitoramento de viés do Amazon SageMaker Clarify reutiliza um subconjunto dos parâmetros 
usados na configuração de análise do. Configurar a análise Depois de descrever os parâmetros 
de configuração, este tópico fornece exemplos de arquivos JSON. Esses arquivos são usados 
para configurar conjuntos de dados de linhas CSV e JSON para monitorá-los quanto a desvios de 
polarização quando os modelos de machine learning estão em produção.

Os parâmetros a seguir devem ser fornecidos em um arquivo JSON. O caminho para esse arquivo 
JSON deve ser fornecido no parâmetro ConfigUri da API ModelBiasAppSpecification.

• "version" – (Opcional) Versão do esquema do arquivo de configuração. Se não for fornecida, a 
versão compatível mais recente será usada.

• "headers" – (Opcional) Uma lista de nomes de colunas no conjunto de dados. Se o
dataset_type for "application/jsonlines" e "label" for especificado, o último 
cabeçalho se tornará o cabeçalho da coluna do rótulo.

• "label" – (Opcional) Atributo destino para o modelo a ser usado para métricas de desvio. 
Especificado como nome de coluna ou índice (se o formato do conjunto de dados for CSV) ou 
como JMESPath (se o formato do conjunto de dados for Linhas JSON).

• "label_values_or_threshold" – (Opcional) Lista de limites ou valores do rótulo. Indica o 
resultado positivo usado para métricas de desvio.
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• "facet" – (Opcional) Uma lista de recursos que são atributos confidenciais, chamados de 
facetas. As facetas são usadas para métricas de desvio na forma de pares e incluem o seguinte:

• "name_or_index" – Nome ou índice da coluna de faceta.

• "value_or_threshold" – (Opcional) Lista de valores ou limites que a coluna de faceta pode 
assumir. Indica o grupo confidencial, como o grupo usado para medir o desvio. Se não forem 
fornecidas, as métricas de desvio serão calculadas como um grupo para cada valor exclusivo 
(em vez de todos os valores). Se a coluna da faceta for numérica, esse valor limite será aplicado 
como limite inferior para selecionar o grupo confidencial.

• "group_variable" – (Opcional) Um nome de coluna ou índice para indicar a variável de grupo a 
ser usada para a métrica de desvio de Disparidade demográfica condicional.

Os outros parâmetros devem ser fornecidos em EndpointInput (para endpoints em tempo 
real) ou BatchTransformInput (para trabalhos de transformação de lotes) da API de
ModelBiasJobInput.

• FeaturesAttribute – Esse parâmetro é obrigatório se o formato de dados de entrada do 
endpoint for "application/jsonlines". É o JMESPath usado para localizar as colunas de 
recursos se o formato do conjunto de dados for linhas JSON.

• InferenceAttribute – Índice ou localização do JMESPath na saída do modelo para o atributo 
de destino a ser usado para monitorar o desvio usando métricas de desvio. Se não for fornecido 
no caso CSV accept_type, presume-se que a saída do modelo seja um único valor numérico 
correspondente a uma pontuação ou probabilidade.

• ProbabilityAttribute – Índice ou localização do JMESPath na saída do modelo para 
probabilidades. Se a saída do modelo for linhas JSON com uma lista de rótulos e probabilidades, 
por exemplo, o rótulo que corresponde à probabilidade máxima será selecionado para cálculos de 
desvio.

• ProbabilityThresholdAttribute – (Opcional) Um valor flutuante para indicar o limite para 
selecionar o rótulo binário, no caso de classificação binária. O valor padrão é 0,5.

Exemplos de arquivos de configuração JSON para conjuntos de dados CSV e linhas 
JSON

Veja alguns exemplos dos arquivos JSON usados para configurar conjuntos de dados CSV e linhas 
JSON para monitorá-los quanto ao desvio de polarização.
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Tópicos

• Conjuntos de dados de CSV

• Conjuntos de dados de linhas JSON

Conjuntos de dados de CSV

Considere um conjunto de dados que tenha quatro colunas de recursos e uma coluna de rótulo, em 
que o primeiro recurso e o rótulo sejam binários, como no exemplo a seguir.

0, 0.5814568701544718, 0.6651538910132964, 0.3138080342665499, 0
1, 0.6711642728531724, 0.7466687034026017, 0.1215477472819713, 1
0, 0.0453256543003371, 0.6377430803264152, 0.3558625219713576, 1
1, 0.4785191813363956, 0.0265841045263860, 0.0376935084990697, 1

Suponha que a saída do modelo tenha duas colunas, onde a primeira é o rótulo previsto e a segunda 
é a probabilidade, como no exemplo a seguir.

1, 0.5385257417814224

Em seguida, o arquivo de configuração JSON a seguir mostra um exemplo de como esse conjunto 
de dados CSV pode ser configurado.

{ 
    "headers": [ 
        "feature_0", 
        "feature_1", 
        "feature_2", 
        "feature_3", 
        "target" 
    ], 
    "label": "target", 
    "label_values_or_threshold": [1], 
    "facet": [{ 
        "name_or_index": "feature_1", 
        "value_or_threshold": [1] 
    }]
}

O rótulo previsto é selecionado pelo parâmetro "InferenceAttribute". A numeração baseada 
em zero é usada, então 0 indica a primeira coluna da saída do modelo.
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"EndpointInput": { 
    ... 
    "InferenceAttribute": 0 
    ...
}

Como alternativa, você pode usar parâmetros diferentes para converter valores de probabilidade em 
rótulos de previsão binários. A numeração baseada em zero é usada: 1 indica a segunda coluna; o 
valor de ProbabilityThresholdAttribute de 0,6 indica que uma probabilidade maior que 0,6 
prevê o rótulo binário como 1.

"EndpointInput": { 
    ... 
    "ProbabilityAttribute": 1, 
    "ProbabilityThresholdAttribute": 0.6 
    ...
}

Conjuntos de dados de linhas JSON

Considere um conjunto de dados que tenha quatro colunas de recursos e uma coluna de rótulo, em 
que o primeiro recurso e o rótulo sejam binários, como no exemplo a seguir.

{"features":[0, 0.5814568701544718, 0.6651538910132964, 0.3138080342665499], "label":0}
{"features":[1, 0.6711642728531724, 0.7466687034026017, 0.1215477472819713], "label":1}
{"features":[0, 0.0453256543003371, 0.6377430803264152, 0.3558625219713576], "label":1}
{"features":[1, 0.4785191813363956, 0.0265841045263860, 0.0376935084990697], "label":1}

Suponha que a saída do modelo tenha duas colunas, onde a primeira é o rótulo previsto e a segunda 
é a probabilidade.

{"predicted_label":1, "probability":0.5385257417814224}

Em seguida, o arquivo de configuração JSON a seguir mostra um exemplo de como esse conjunto 
de dados de linhas JSON pode ser configurado.

{ 
    "headers": [ 
        "feature_0", 
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        "feature_1", 
        "feature_2", 
        "feature_3", 
        "target" 
    ], 
    "label": "label", 
    "label_values_or_threshold": [1], 
    "facet": [{ 
        "name_or_index": "feature_1", 
        "value_or_threshold": [1] 
    }]
}

Em seguida, o valor do parâmetro "features" em EndpointInput (para endpoints em tempo 
real) ou BatchTransformInput (para trabalhos de transformação de lotes) é usado para localizar 
os recursos no conjunto de dados, e o valor do parâmetro "predicted_label" seleciona o rótulo 
previsto na saída do modelo.

"EndpointInput": { 
    ... 
    "FeaturesAttribute": "features", 
    "InferenceAttribute": "predicted_label" 
    ...
}

Como alternativa, você pode converter valores de probabilidade em rótulos de previsão binários 
usando o valor de parâmetro ProbabilityThresholdAttribute. Um valor de 0,6, por exemplo, 
indica que uma probabilidade maior que 0,6 prediz o rótulo binário como 1.

"EndpointInput": { 
    ... 
    "FeaturesAttribute": "features", 
    "ProbabilityAttribute": "probability", 
    "ProbabilityThresholdAttribute": 0.6 
    ...
}

Programar trabalhos de monitoramento de desvio de polarização

Depois de criar sua linha de base, você pode chamar o método
create_monitoring_schedule() da sua instância de classe ModelBiasModelMonitor para 
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programar um monitor horário de qualidade do desvio de polarização. As seções a seguir mostram 
como criar um monitor de desvio de polarização para um modelo implantado em um endpoint em 
tempo real, bem como para um trabalho de transformação em lotes.

Important

Você pode especificar uma entrada de transformação em lote ou uma entrada de endpoint, 
mas não ambas, ao criar sua programação de monitoramento.

Ao contrário do monitoramento da qualidade dos dados, você precisa fornecer rótulos do Ground 
Truth se quiser monitorar a qualidade do modelo. No entanto, os rótulos do Ground Truth podem ser 
adiados. Para resolver isso, especifique compensações ao criar sua programação de monitoramento. 
Para obter detalhes sobre como criar deslocamentos de tempo, consulte Deslocamentos do monitor 
do modelo.

Se você enviou um trabalho de linha de base, o monitor seleciona automaticamente a configuração 
de análise do trabalho de linha de base. Se você pular a etapa de definição de linha de base ou se o 
conjunto de dados de captura tiver uma natureza diferente da do conjunto de dados de treinamento, 
você deverá fornecer a configuração da análise.

Monitoramento do desvio de polarização para modelos implantados em endpoints em 
tempo real

Para programar um monitor de desvio de polarização para um endpoint em tempo real, 
transmita sua instância EndpointInput para o argumento endpoint_input de sua instância
ModelBiasModelMonitor, conforme mostrado no exemplo de código a seguir:

from sagemaker.model_monitor import CronExpressionGenerator 
             
model_bias_monitor = ModelBiasModelMonitor( 
    role=sagemaker.get_execution_role(), 
    ...
)

model_bias_analysis_config = None
if not model_bias_monitor.latest_baselining_job: 
    model_bias_analysis_config = BiasAnalysisConfig( 
        model_bias_config, 
        headers=all_headers, 
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        label=label_header, 
    )

model_bias_monitor.create_monitoring_schedule( 
    monitor_schedule_name=schedule_name, 
    post_analytics_processor_script=s3_code_postprocessor_uri, 
    output_s3_uri=s3_report_path, 
    statistics=model_bias_monitor.baseline_statistics(), 
    constraints=model_bias_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True, 
    analysis_config=model_bias_analysis_config, 
    endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint", 
        start_time_offset="-PT1H", 
        end_time_offset="-PT0H", 
        probability_threshold_attribute=0.8, 
    ),
)

Monitoramento de desvio de polarização para trabalhos de transformação de lotes

Para programar um monitor de desvio de polarização para um trabalho de transformação de Lotes, 
transmita sua instância BatchTransformInput para o argumento batch_transform_input de 
sua instância ModelBiasModelMonitor, conforme mostrado no exemplo de código a seguir:

from sagemaker.model_monitor import CronExpressionGenerator 
                 
model_bias_monitor = ModelBiasModelMonitor( 
    role=sagemaker.get_execution_role(), 
    ...
)

model_bias_analysis_config = None
if not model_bias_monitor.latest_baselining_job: 
    model_bias_analysis_config = BiasAnalysisConfig( 
        model_bias_config, 
        headers=all_headers, 
        label=label_header, 
    ) 
     
schedule = model_bias_monitor.create_monitoring_schedule( 
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   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   statistics=model_bias_monitor.baseline_statistics(), 
   constraints=model_bias_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   analysis_config=model_bias_analysis_config, 
   batch_transform_input=BatchTransformInput( 
        destination="opt/ml/processing/input", 
        data_captured_destination_s3_uri=s3_capture_path, 
        start_time_offset="-PT1H", 
        end_time_offset="-PT0H", 
        probability_threshold_attribute=0.8 
   ),
)

Inspecionar relatórios para detectar desvios de polarização de dados

Se você não conseguir inspecionar os resultados do monitoramento nos relatórios gerados no 
SageMaker Studio, poderá imprimi-los da seguinte forma:

schedule_desc = model_bias_monitor.describe_schedule()
execution_summary = schedule_desc.get("LastMonitoringExecutionSummary")
if execution_summary and execution_summary["MonitoringExecutionStatus"] in 
 ["Completed", "CompletedWithViolations"]: 
    last_model_bias_monitor_execution = model_bias_monitor.list_executions()[-1] 
    last_model_bias_monitor_execution_report_uri = 
 last_model_bias_monitor_execution.output.destination 
    print(f'Report URI: {last_model_bias_monitor_execution_report_uri}') 
    last_model_bias_monitor_execution_report_files = 
 sorted(S3Downloader.list(last_model_bias_monitor_execution_report_uri)) 
    print("Found Report Files:") 
    print("\n ".join(last_model_bias_monitor_execution_report_files))
else: 
    last_model_bias_monitor_execution = None 
    print("====STOP==== \n No completed executions to inspect further. Please wait till 
 an execution completes or investigate previously reported failures.")

Se houver violações em comparação com a linha de base, elas serão listadas aqui:

if last_model_bias_monitor_execution: 
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    model_bias_violations = last_model_bias_monitor_execution.constraint_violations() 
    if model_bias_violations: 
        print(model_bias_violations.body_dict)

Se seu modelo for implantado em um endpoint em tempo real, você poderá ver visualizações no 
SageMaker Studio dos resultados e CloudWatch métricas da análise escolhendo a guia Endpoints e 
clicando duas vezes no endpoint.

CloudWatch Métricas para análise de desvio de polarização

Este guia mostra CloudWatch métricas e suas propriedades que você pode usar para análise de 
desvio de viés no SageMaker Clarify. As tarefas de monitoramento de desvios de polarização 
calculam tanto as métricas de viés antes do treinamento quanto as métricas de viés pós-treinamento 
e as publicam no seguinte namespace: CloudWatch

• Para endpoints em tempo real: aws/sagemaker/Endpoints/bias-metrics

• Criar trabalhos de transformação de lotes: aws/sagemaker/ModelMonitoring/bias-
metrics

O nome da CloudWatch métrica acrescenta o nome abreviado da métrica a. bias_metric

Por exemplo, bias_metric_CI é a métrica de desvio para desequilíbrio de classes (CI).

Note

O +/- infinity é publicado como o número de ponto flutuante +/- 2.348543e108 e os 
erros, incluindo valores nulos, não são publicados.

Cada métrica tem as seguintes propriedades:

• Endpoint: o nome do endpoint monitorado, se aplicável.

• MonitoringSchedule O nome da programação para o trabalho de monitoramento.

• BiasStage: o nome do estágio do trabalho de monitoramento do desvio de polarização. Escolha
Pre-training ou Post-Training.

• Label: o nome do recurso de destino, fornecido pelo label de configuração de análise do 
trabalho de monitoramento.
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• LabelValue: o valor do recurso de destino, fornecido pelo label_values_or_threshold de 
configuração de análise do trabalho de monitoramento.

• Facet: o nome da faceta, fornecido pelo name_of_index da faceta de configuração da análise 
do trabalho de monitoramento.

• FacetValue: o valor da faceta, fornecido pelo nvalue_or_threshold da faceta de 
configuração da análise do trabalho de monitoramento.

Para impedir que os trabalhos de monitoramento publiquem métricas, defina
publish_cloudwatch_metrics como Disabled no mapa Environment da definição de
trabalhos de desvio de modelo.

Monitorar o desvio de atribuição de recursos para modelos em 
produção

Um desvio na distribuição de dados dinâmicos para modelos em produção pode resultar em um 
desvio correspondente nos valores de atribuição do recurso, assim como pode causar uma oscilação 
no desvio ao monitorar as métricas de desvio. O monitoramento de atribuição de recursos do 
Amazon SageMaker Clarify ajuda cientistas de dados e engenheiros de ML a monitorar regularmente 
as previsões de variações na atribuição de recursos. À medida que o modelo é monitorado, os 
clientes podem visualizar relatórios e gráficos exportáveis detalhando as atribuições de recursos 
no SageMaker Studio e configurar alertas na Amazon CloudWatch para receber notificações se for 
detectado que os valores de atribuição ultrapassam um determinado limite.

Para ilustrar isso com uma situação específica, considere um cenário hipotético de admissões a 
faculdades. Suponha que observemos os seguintes valores (agregados) de atribuição de recursos 
nos dados de treinamento e nos dados dinâmicos:

Cenário hipotético de admissão à faculdade

Atributo Atribuição nos dados de 
treinamento

Atribuição em dados 
dinâmicos

Pontuação SAT 0,70 0.10

GPA 0.50 0.20

Classificação da classe 0,05 0,70
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A mudança dos dados de treinamento para os dados dinâmicos parece significativa. A classificação 
de recursos foi completamente revertida. Semelhante ao desvio de polarização, os desvios de 
atribuição de recursos podem ser causados por uma mudança na distribuição de dados dinâmicos 
e justificam uma análise mais detalhada do comportamento do modelo nos dados dinâmicos. 
Novamente, a primeira etapa nesses cenários é disparar um alarme de ocorrência de desvio.

Podemos detectar o desvio comparando como a classificação dos recursos individuais mudou dos 
dados de treinamento para os dados dinâmicos. Além de sermos sensíveis às mudanças na ordem 
de classificação, também queremos ser sensíveis à pontuação bruta de atribuição dos recursos. 
Por exemplo, considerando dois recursos que se enquadram na classificação pelo mesmo número 
de posições, do treinamento aos dados dinâmicos, queremos ser mais sensíveis ao recurso que 
teve uma pontuação de atribuição mais alta nos dados de treinamento. Com essas propriedades em 
mente, usamos a pontuação de ganho cumulativo com desconto normalizado (NDCG) para comparar 
as classificações de atribuições de recursos de treinamento e os dados dinâmicos.

Especificamente, suponha que temos o seguinte:

• F= [f1, ..., fm] é a lista de recursos classificados com relação às pontuações de atribuição nos 
dados de treinamento, onde m é o número total de recursos. Por exemplo, no nosso caso, F = 
[Pontuação SAT, GPA, Classificação].

• a(f) é uma função que retorna a pontuação de atribuição do recurso nos dados de treinamento, 
dado um recurso f. Por exemplo, a(Pontuação SAT) = 0,70.

• F′= [f′1, ..., f′m] é a lista de recursos classificados com relação às pontuações de atribuição nos 
dados dinâmicos. Por exemplo, F′ = [Classificação, GPA, Pontuação SAT].

Então, podemos calcular o NDCG como:

        NDCG = DCG/iDCG

sendo

• DCG = ∑1
ma(f'i)/log2(i+1)

• iDCG = ∑1
ma(fi)/log2(i+1)

A quantidade DCG mede se os recursos com alta atribuição nos dados de treinamento também têm 
uma classificação mais alta na atribuição de recursos calculada nos dados dinâmicos. A quantidade 
iDCG mede a pontuação ideal e é apenas um fator de normalização para garantir que a quantidade 
final resida na faixa [0, 1], com 1 sendo o melhor valor possível. Um valor NDCG de 1 significa 
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que a classificação de atribuição do recurso nos dados dinâmicos é a mesma que a dos dados de 
treinamento. Neste exemplo específico, como a classificação mudou bastante, o valor do NDCG é 
0,69.

No SageMaker Clarify, se o valor do NDCG estiver abaixo de 0,90, emitimos automaticamente um 
alerta.

Caderno de exemplo do Model Monitor

SageMaker O Clarify fornece o seguinte exemplo de caderno que mostra como capturar dados de 
inferência para um endpoint em tempo real, criar uma linha de base para monitorar a evolução do 
viés e inspecionar os resultados:

• Monitorando o desvio de viés e o desvio de atribuição de recursos Amazon Clarify SageMaker — 
Use o Amazon SageMaker Model Monitor para monitorar o desvio de viés e o desvio de atribuição 
de recursos ao longo do tempo.

Este notebook foi verificado para ser executado somente no SageMaker Studio. Se você precisar de 
instruções sobre como abrir um notebook no SageMaker Studio, consulteCrie ou abra um notebook 
Amazon SageMaker Studio Classic. Caso seja solicitado que você escolha um kernel, escolha
Python 3 (Data Science). Os tópicos a seguir contêm os destaques das duas últimas etapas e 
contêm exemplos de código do caderno de exemplo.

Tópicos

• Criar uma linha de base do SHAP para modelos em produção

• Violações do desvio de atribuição de recursos do modelo

• Configurar parâmetros para monitorar o desvio de atribuição

• Programar trabalhos de monitoramento de desvio de atributos de recursos

• Inspecionar relatórios de desvio de atribuição de recursos em modelos de produção

• CloudWatch Métricas para análise de desvio de recursos

Criar uma linha de base do SHAP para modelos em produção

As explicações são tipicamente contrastivas, ou seja, elas explicam os desvios de uma linha de 
base. Para obter informações sobre linhas de base de explicabilidade, consulte Linhas de base do 
SHAP para explicabilidade.
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Além de fornecer explicações para inferências por instância, o SageMaker Clarify também oferece 
suporte à explicação global para modelos de ML que ajudam você a entender o comportamento de 
um modelo como um todo em termos de seus recursos. SageMaker O Clarify gera uma explicação 
global de um modelo de ML agregando os valores de Shapley em várias instâncias. SageMaker O 
Clarify oferece suporte às seguintes formas diferentes de agregação, que você pode usar para definir 
linhas de base:

• mean_abs – Média dos valores SHAP absolutos para todas as instâncias.

• median – Média dos valores SHAP para todas as instâncias.

• mean_sq – Média dos valores SHAP quadráticos para todas as instâncias.

Depois de configurar seu aplicativo para capturar dados de inferência em tempo real ou de 
transformação de lotes, a primeira tarefa para monitorar o desvio da atribuição de recursos é 
criar uma linha de base para comparação. Isso envolve configurar as entradas de dados, quais 
grupos são confidenciais, como as previsões são capturadas e o modelo e suas métricas de 
desvio pós-treinamento. Em seguida, você precisa iniciar o trabalho de linha de base. O monitor de 
explicabilidade do modelo pode explicar as previsões de um modelo implantado que está produzindo 
inferências e detectar desvios na atribuição de recursos regularmente.

model_explainability_monitor = ModelExplainabilityMonitor( 
    role=role, 
    sagemaker_session=sagemaker_session, 
    max_runtime_in_seconds=1800,
)

Neste exemplo, o trabalho de linha de base de explicabilidade compartilha o conjunto de dados de 
teste com o trabalho de linha de base de desvio, então ele usa o mesmo DataConfig e a única 
diferença é o URI de saída do trabalho.

model_explainability_baselining_job_result_uri = f"{baseline_results_uri}/
model_explainability"
model_explainability_data_config = DataConfig( 
    s3_data_input_path=validation_dataset, 
    s3_output_path=model_explainability_baselining_job_result_uri, 
    label=label_header, 
    headers=all_headers, 
    dataset_type=dataset_type,
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)

Atualmente, o SageMaker explicador do Clarify oferece uma implementação escalável e eficiente do 
SHAP, portanto, a configuração de explicabilidade é SHAPConfig, incluindo o seguinte:

• baseline – Uma lista de linhas (pelo menos uma) ou URI do objeto S3 a ser usada como 
conjunto de dados de linha de base no algoritmo SHAP do Kernel. O formato deve ser igual ao 
formato do conjunto de dados. Cada linha deve conter somente as colunas/valores do recurso e 
omitir a coluna/valores do rótulo.

• num_samples – Número de amostras a serem usadas no algoritmo SHAP do Kernel. Esse 
número determina o tamanho do conjunto de dados sintético gerado para calcular os valores 
SHAP.

• agg_method – Método de agregação para valores globais de SHAP. Estes são valores válidos:

• mean_abs – Média dos valores SHAP absolutos para todas as instâncias.

• median – Média dos valores SHAP para todas as instâncias.

• mean_sq – Média dos valores SHAP quadráticos para todas as instâncias.

• use_logit – Indicador de se a função logit deve ser aplicada às previsões do modelo. O 
padrão éFalse. Se o use_logit for True, os valores SHAP terão unidades logarítmicas de 
probabilidades.

• save_local_shap_values (bool) – Indicador de se os valores SHAP locais devem ser salvos 
no local de saída. O padrão é False.

# Here use the mean value of test dataset as SHAP baseline
test_dataframe = pd.read_csv(test_dataset, header=None)
shap_baseline = [list(test_dataframe.mean())]

shap_config = SHAPConfig( 
    baseline=shap_baseline, 
    num_samples=100, 
    agg_method="mean_abs", 
    save_local_shap_values=False,
)

Inicie um trabalho de linha de base. A mesma model_config é necessária porque o trabalho de 
definição de base de explicabilidade precisa criar um endpoint de sombra para obter previsões para 
o conjunto de dados sintéticos gerado.
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model_explainability_monitor.suggest_baseline( 
    data_config=model_explainability_data_config, 
    model_config=model_config, 
    explainability_config=shap_config,
)
print(f"ModelExplainabilityMonitor baselining job: 
 {model_explainability_monitor.latest_baselining_job_name}")

Violações do desvio de atribuição de recursos do modelo

Os trabalhos de desvio de atribuição de recursos avaliam as restrições da linha de base 
fornecidas pela configuração da linha de base em relação aos resultados da análise da
MonitoringExecution atual. Se forem detectadas violações, o trabalho as listará no arquivo
constraint_violations.json no local de saída de execução e marcará o status da execução como
Interpretar resultados.

Aqui está o esquema do arquivo de violações do desvio de atribuição de recursos.

• label – O nome do rótulo, label_headers da configuração da análise do trabalho ou um 
espaço reservado, como "label0".

• metric_name – O nome do método de análise de explicabilidade. No momento, somente shap é 
compatível.

• constraint_check_type – O tipo de violação monitorada. No momento, somente
feature_attribution_drift_check é compatível.

• description – Uma mensagem descritiva para explicar a violação.

{ 
    "version": "1.0", 
    "violations": [{ 
        "label": "string", 
        "metric_name": "string", 
        "constraint_check_type": "string", 
        "description": "string" 
    }]
}

Para cada rótulo na seção explanations, os trabalhos de monitoramento calculam a pontuação 
nDCG de seus valores globais de SHAP no arquivo de restrições da linha de base e no arquivo 
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de resultados da análise do trabalho (analysis.json). Se a pontuação for menor que 0,9, uma 
violação será registrada. O valor global combinado do SHAP é avaliado, portanto, não há campos
“feature” na entrada da violação. A saída a seguir fornece um exemplo de várias violações 
registradas.

{ 
    "version": "1.0", 
    "violations": [{ 
        "label": "label0", 
        "metric_name": "shap", 
        "constraint_check_type": "feature_attribution_drift_check", 
        "description": "Feature attribution drift 0.7639720923277322 exceeds threshold 
 0.9" 
    }, { 
        "label": "label1", 
        "metric_name": "shap", 
        "constraint_check_type": "feature_attribution_drift_check", 
        "description": "Feature attribution drift 0.7323763972092327 exceeds threshold 
 0.9" 
    }]
}

Configurar parâmetros para monitorar o desvio de atribuição

O monitor de SageMaker explicabilidade Amazon Clarify reutiliza um subconjunto dos parâmetros 
usados na configuração de análise do. Configurar a análise Os parâmetros a seguir devem ser 
fornecidos em um arquivo JSON e o caminho deve ser fornecido no parâmetro ConfigUri de
ModelExplainabilityAppSpecification.

• "version" – (Opcional) Versão do esquema do arquivo de configuração. Se não for fornecida, a 
versão compatível mais recente será usada.

• "headers" – (Opcional) Uma lista de nomes de recursos no conjunto de dados. A análise de 
explicabilidade não exige rótulos.

• "methods" – Uma lista de métodos e seus parâmetros para as análises e relatórios. Se alguma 
seção for omitida, ela não será computada.

• "shap" – (Opcional) Seção sobre o cálculo do valor SHAP.

• "baseline" – (Opcional) Uma lista de linhas (pelo menos uma) ou um URI de objeto do 
Amazon Simple Storage Service Amazon S3. Para ser usado como conjunto de dados de 
linha de base (também conhecido como conjunto de dados em segundo plano) no algoritmo 
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SHAP do Kernel. O formato deve ser igual ao formato do conjunto de dados. Cada linha 
deve conter somente as colunas (ou valores) dos recursos. Antes de enviar cada linha para o 
modelo, omita qualquer coluna que deva ser excluída.

• "num_samples" – Número de amostras a serem usadas no algoritmo SHAP do Kernel. Esse 
número determina o tamanho do conjunto de dados sintético gerado para calcular os valores 
SHAP. Se não for fornecido, um trabalho do SageMaker Clarify escolherá o valor com base 
em uma contagem de recursos.

• "agg_method" – Método de agregação para valores globais de SHAP. Os valores válidos 
são os seguintes:

• "mean_abs" – Média dos valores SHAP absolutos para todas as instâncias.

• "median" – Média dos valores SHAP para todas as instâncias.

• "mean_sq" – Média dos valores SHAP quadráticos para todas as instâncias.

• "use_logit" – (Opcional) Valor boleano para indicar se a função logit deve ser aplicada às 
previsões do modelo. Se o "use_logit" for true, então os valores SHAP têm unidades 
logarítmicas de probabilidades. O valor padrão é false.

• "save_local_shap_values" – (Opcional) Valor boleano para indicar se os valores SHAP 
locais devem ser salvos no local de saída. Use true para salvá-los. Use false para não 
salvá-los. O padrão é false.

• "predictor" – (Opcional para endpoint em tempo real, necessária para transformação 
de lotes) Seção sobre parâmetros do modelo, necessária se as seções "shap" e
"post_training_bias" estiverem presentes.

• "model_name" – Nome do modelo criado pela CreateModel API, com o modo de contêiner 
como SingleModel.

• "instance_type" – Tipo de instância para o endpoint de sombra.

• "initial_instance_count" – Contagem de instância para o endpoint de sombra.

• "content_type" – (Opcional) O formato de entrada do modelo a ser usado para obter 
inferências com o endpoint de sombra. Os valores válidos são "text/csv" para CSV,
"application/jsonlines" para linhas JSON, application/x-parquet para Apache 
Parquet e application/x-image para permitir a explicabilidade do Computer Vision. O valor 
padrão é o mesmo do formato dataset_type.

• "accept_type" – (Opcional) O formato de saída do modelo a ser usado para obter inferências 
com o endpoint de sombra. Os valores válidos são "text/csv" para CSV, "application/
jsonlines" para linhas JSON. Se omitido, o SageMaker Clarify usa o tipo de dados de 
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• "content_template" – (Opcional) Uma string de modelo usada para construir a entrada do 
modelo a partir de instâncias do conjunto de dados. Usado apenas quando o "content_type"
for "application/jsonlines". O modelo deve ter apenas um espaço reservado,
$features, que é substituído pela lista de recursos em tempo de execução. Por exemplo, em 
um dado "content_template":"{\"myfeatures\":$features}", se uma instância (sem 
rótulo) for 1,2,3, a entrada do modelo se tornará linhas JSON '{"myfeatures":[1,2,3]}'.

• "label_headers" – (Opcional) Uma lista de valores que o "label" assumem no conjunto 
de dados. Associa as pontuações retornadas pelo endpoint do modelo ou pelo trabalho de 
transformação de lotes aos valores de rótulo correspondentes. Se for fornecido, o relatório de 
análise usará os cabeçalhos em vez de espaços reservados, como “label0”.

Os outros parâmetros devem ser fornecidos em EndpointInput (para endpoints em tempo 
real) ou BatchTransformInput (para trabalhos de transformação de lotes) da API de
ModelExplainabilityJobInput.

• FeaturesAttribute – Esse parâmetro é obrigatório se o formato de dados de entrada do 
endpoint ou do trabalho em lotes for "application/jsonlines". É o JMESPath usado para 
localizar as colunas de recursos se o formato do conjunto de dados for linhas JSON.

• ProbabilityAttribute – Índice ou localização do JMESPath na saída do modelo para 
probabilidades. Se a saída do modelo for linhas JSON com uma lista de rótulos e probabilidades, 
por exemplo, o rótulo que corresponde à probabilidade máxima será selecionado para cálculos de 
desvio.

Exemplos de arquivos de configuração JSON para conjuntos de dados CSV e linhas 
JSON

Veja alguns exemplos dos arquivos JSON usados para configurar conjuntos de dados CSV e linhas 
JSON para monitorá-los quanto ao desvio de atribuição de recursos.

Tópicos

• Conjuntos de dados de CSV

• Conjuntos de dados de linhas JSON
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Conjuntos de dados de CSV

Considere um conjunto de dados que tenha três colunas de recursos numéricos, como no exemplo a 
seguir.

0.5814568701544718, 0.6651538910132964, 0.3138080342665499
0.6711642728531724, 0.7466687034026017, 0.1215477472819713
0.0453256543003371, 0.6377430803264152, 0.3558625219713576
0.4785191813363956, 0.0265841045263860, 0.0376935084990697

Suponha que a saída do modelo tenha duas colunas, onde a primeira é o rótulo previsto e a segunda 
é a probabilidade, como no exemplo a seguir.

1, 0.5385257417814224

O arquivo de exemplo de configuração JSON a seguir mostra como esse conjunto de dados CSV 
pode ser configurado.

{ 
                     
    "headers": [ 
        "feature_1", 
        "feature_2", 
        "feature_3" 
    ], 
    "methods": { 
        "shap": { 
            "baseline": [ 
                [0.4441164946610942, 0.5190374448171748, 0.20722795300473712] 
            ], 
            "num_samples": 100, 
            "agg_method": "mean_abs" 
        } 
    }, 
    "predictor": { 
        "model_name": "my_model", 
        "instance_type": "ml.m5.xlarge", 
        "initial_instance_count": 1 
    }
}
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O rótulo previsto é selecionado pelo parâmetro "ProbabilityAttribute". A numeração baseada 
em zero é usada, então 1 indica a segunda coluna da saída do modelo.

"EndpointInput": { 
    ... 
    "ProbabilityAttribute": 1 
    ...
}

Conjuntos de dados de linhas JSON

Considere um conjunto de dados que tenha quatro colunas de recursos e uma coluna de rótulo, em 
que o primeiro recurso e o rótulo sejam binários, como no exemplo a seguir.

{"features":[0, 0.5814568701544718, 0.6651538910132964, 0.3138080342665499], "label":0}
{"features":[1, 0.6711642728531724, 0.7466687034026017, 0.1215477472819713], "label":1}
{"features":[0, 0.0453256543003371, 0.6377430803264152, 0.3558625219713576], "label":1}
{"features":[1, 0.4785191813363956, 0.0265841045263860, 0.0376935084990697], "label":1}

A entrada do modelo é igual ao formato do conjunto de dados, e a saída do modelo são linhas JSON, 
como no exemplo a seguir.

{"predicted_label":1, "probability":0.5385257417814224}

No exemplo a seguir, o arquivo de configuração JSON mostra como esse conjunto de dados de 
linhas JSON pode ser configurado.

{ 
    "headers": [ 
        "feature_1", 
        "feature_2", 
        "feature_3" 
    ], 
    "methods": { 
        "shap": { 
            "baseline": [ 
                {"features":[0.4441164946610942, 0.5190374448171748, 
 0.20722795300473712]} 
            ], 
            "num_samples": 100, 
            "agg_method": "mean_abs" 
        } 
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    }, 
    "predictor": { 
        "model_name": "my_model", 
        "instance_type": "ml.m5.xlarge", 
        "initial_instance_count": 1, 
        "content_template":"{\"features\":$features}" 
    }
}

Então, o valor do parâmetro "features" em EndpointInput (para endpoints em tempo real) 
ou BatchTransformInput (para trabalhos de transformação de lotes) é usado para localizar 
os recursos no conjunto de dados, e o valor do parâmetro "probability" seleciona o valor de 
probabilidade na saída do modelo.

"EndpointInput": { 
    ... 
    "FeaturesAttribute": "features", 
    "ProbabilityAttribute": "probability", 
    ...
}

Programar trabalhos de monitoramento de desvio de atributos de recursos

Depois de criar sua linha de base SHAP, você pode chamar o método
create_monitoring_schedule() da sua instância de classe ModelExplainabilityMonitor
para programar um monitor horário de explicabilidade do modelo. As seções a seguir mostram como 
criar um monitor de explicabilidade do modelo para um modelo implantado em um endpoint em 
tempo real, bem como para um trabalho de transformação de lotes.

Important

Você pode especificar uma entrada de transformação em lote ou uma entrada de endpoint, 
mas não ambas, ao criar sua programação de monitoramento.

Se um trabalho de linha de base foi apresentado, o monitor seleciona automaticamente a 
configuração de análise do trabalho de linha de base. No entanto, se você pular a etapa de definição 
de linha de base ou se o conjunto de dados de captura tiver uma natureza diferente da do conjunto 
de dados de treinamento, você precisará fornecer a configuração da análise. A ModelConfig é 
exigida pela ExplainabilityAnalysisConfig pelo mesmo motivo que é exigida para o trabalho 
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de linha de base. Observe que somente recursos são necessários para calcular a atribuição de 
recursos, portanto, você deve excluir o rótulo do Ground Truth.

Monitoramento do desvio de atribuição de recursos para modelos implantados em 
endpoints em tempo real

Para programar um monitor de explicabilidade do modelo para um endpoint em tempo real, 
transmita sua instância EndpointInput para o argumento endpoint_input de sua instância
ModelExplainabilityMonitor, conforme mostrado no exemplo de código a seguir:

from sagemaker.model_monitor import CronExpressionGenerator

model_exp_model_monitor = ModelExplainabilityMonitor( 
   role=sagemaker.get_execution_role(), 
   ...  
)

schedule = model_exp_model_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   statistics=model_exp_model_monitor.baseline_statistics(), 
   constraints=model_exp_model_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint", 
    )
)

Monitoramento de desvio de atribuição de recursos para trabalhos de transformação 
de lotes

Para programar um monitor de explicabilidade do modelo para um trabalho de 
transformação de lotes, transmita sua instância BatchTransformInput para o argumento
batch_transform_input de sua instância ModelExplainabilityMonitor, conforme 
mostrado no exemplo de código a seguir:

from sagemaker.model_monitor import CronExpressionGenerator
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model_exp_model_monitor = ModelExplainabilityMonitor( 
   role=sagemaker.get_execution_role(), 
   ...  
)

schedule = model_exp_model_monitor.create_monitoring_schedule( 
   monitor_schedule_name=schedule_name, 
   post_analytics_processor_script=s3_code_postprocessor_uri, 
   output_s3_uri=s3_report_path, 
   statistics=model_exp_model_monitor.baseline_statistics(), 
   constraints=model_exp_model_monitor.suggested_constraints(), 
   schedule_cron_expression=CronExpressionGenerator.hourly(), 
   enable_cloudwatch_metrics=True, 
   batch_transform_input=BatchTransformInput( 
        destination="opt/ml/processing/data", 
        model_name="batch-fraud-detection-model", 
        input_manifests_s3_uri="s3://my-bucket/batch-fraud-detection/on-schedule-
monitoring/in/", 
        excludeFeatures="0", 
   )
)

Inspecionar relatórios de desvio de atribuição de recursos em modelos de 
produção

Depois que a programação configurada for iniciada por padrão, você precisará aguardar o início da 
primeira execução e, em seguida, interromper a programação para evitar cobranças.

Para inspecionar os relatórios, siga os seguintes códigos:

schedule_desc = model_explainability_monitor.describe_schedule()
execution_summary = schedule_desc.get("LastMonitoringExecutionSummary")
if execution_summary and execution_summary["MonitoringExecutionStatus"] in 
 ["Completed", "CompletedWithViolations"]: 
    last_model_explainability_monitor_execution = 
 model_explainability_monitor.list_executions()[-1] 
    last_model_explainability_monitor_execution_report_uri = 
 last_model_explainability_monitor_execution.output.destination 
    print(f'Report URI: {last_model_explainability_monitor_execution_report_uri}') 
    last_model_explainability_monitor_execution_report_files = 
 sorted(S3Downloader.list(last_model_explainability_monitor_execution_report_uri)) 
    print("Found Report Files:") 
    print("\n ".join(last_model_explainability_monitor_execution_report_files))
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else: 
    last_model_explainability_monitor_execution = None 
    print("====STOP==== \n No completed executions to inspect further. Please wait till 
 an execution completes or investigate previously reported failures.")

Se houver quaisquer violações em comparação com a linha de base, elas serão listadas aqui:

if last_model_explainability_monitor_execution: 
    model_explainability_violations = 
 last_model_explainability_monitor_execution.constraint_violations() 
    if model_explainability_violations: 
        print(model_explainability_violations.body_dict)

Se seu modelo for implantado em um endpoint em tempo real, você poderá ver visualizações no 
SageMaker Studio dos resultados e CloudWatch métricas da análise escolhendo a guia Endpoints e 
clicando duas vezes no endpoint.

CloudWatch Métricas para análise de desvio de recursos

Este guia mostra CloudWatch métricas e suas propriedades que você pode usar para análise de 
desvio de atributos de recursos no SageMaker Clarify. Os trabalhos de monitoramento de desvio de 
atributos de recursos calculam e publicam dois tipos de métricas:

• O valor global do SHAP de cada recurso.

Note

O nome dessa métrica acrescenta o nome do recurso fornecido pela configuração da 
análise de trabalhos para feature_. Por exemplo, feature_X é o valor global do SHAP 
para o recurso X.

• O ExpectedValue da métrica.

Essas métricas são publicadas no seguinte CloudWatch namespace:

• Para endpoints em tempo real: aws/sagemaker/Endpoints/explainability-metrics

• Criar trabalhos de transformação de lotes: aws/sagemaker/ModelMonitoring/
explainability-metrics
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Cada métrica tem as seguintes propriedades:

• Endpoint: o nome do endpoint monitorado, se aplicável.

• MonitoringSchedule: o nome da programação para o trabalho de monitoramento.

• ExplainabilityMethod: o método usado para calcular os valores de Shapley. Selecione
KernelShap.

• Label: o nome fornecido pela configuração label_headers da análise de trabalhos ou um 
espaço reservado como label0.

• ValueType: o tipo do valor retornado pela métrica. Escolha GlobalShapValues ou
ExpectedValue.

Para impedir que os trabalhos de monitoramento publiquem métricas, defina
publish_cloudwatch_metrics como Disabled no mapa Environment da definição de
trabalhos de explicabilidade de modelo.

Programar trabalhos de monitoramento

O Amazon SageMaker Model Monitor oferece a capacidade de monitorar os dados coletados de 
seus endpoints em tempo real. Você pode monitorar seus dados em uma programação recorrente 
ou pode monitorá-los uma vez, imediatamente. Você pode criar uma programação de monitoramento 
com a API CreateMonitoringSchedule.

Com um cronograma de monitoramento, SageMaker pode começar a processar trabalhos para 
analisar os dados coletados durante um determinado período. No trabalho de processamento, 
SageMaker compara o conjunto de dados da análise atual com as estatísticas e restrições 
básicas fornecidas por você. Em seguida, SageMaker gere um relatório de violações. Além disso, 
CloudWatch métricas são emitidas para cada recurso em análise.

SageMaker fornece um contêiner pré-construído para realizar análises em conjuntos de dados 
tabulares. Se preferir, você pode optar por trazer seu próprio contêiner conforme descrito no tópico
Traga seus próprios contêineres.

Você pode criar uma programação de monitoramento de modelo para seu trabalho de transformação 
de lotes ou endpoint em tempo real. Use os recursos da linha de base (restrições e estatísticas) para 
comparar com o tráfego em tempo real ou com as entradas de trabalhos em lotes.
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Example atribuições de linha de base

No exemplo a seguir, o conjunto de dados de treinamento usado para treinar o modelo foi carregado 
no Amazon S3. Se ele já tiver no Amazon S3, você poderá apontar diretamente para ele.

# copy over the training dataset to Amazon S3 (if you already have it in Amazon S3, you 
 could reuse it)
baseline_prefix = prefix + '/baselining'
baseline_data_prefix = baseline_prefix + '/data'
baseline_results_prefix = baseline_prefix + '/results'

baseline_data_uri = 's3://{}/{}'.format(bucket,baseline_data_prefix)
baseline_results_uri = 's3://{}/{}'.format(bucket, baseline_results_prefix)
print('Baseline data uri: {}'.format(baseline_data_uri))
print('Baseline results uri: {}'.format(baseline_results_uri))

training_data_file = open("test_data/training-dataset-with-header.csv", 'rb')
s3_key = os.path.join(baseline_prefix, 'data', 'training-dataset-with-header.csv')
boto3.Session().resource('s3').Bucket(bucket).Object(s3_key).upload_fileobj(training_data_file)

Example programação para análises recorrentes

Se você estiver programando um monitor de modelo para o endpoint em tempo real, use as 
estatísticas e as restrições de linha de base para comparar com o tráfego em tempo real. O trecho de 
código a seguir mostra o formato geral que você usa para programar um monitor de modelo para um 
endpoint em tempo real. Este exemplo programa o monitor do modelo para ser executado de hora 
em hora.

from sagemaker.model_monitor import CronExpressionGenerator
from time import gmtime, strftime

mon_schedule_name = 'my-model-monitor-schedule-' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
my_default_monitor.create_monitoring_schedule( 
    monitor_schedule_name=mon_schedule_name, 
    endpoint_input=EndpointInput( 
        endpoint_name=endpoint_name, 
        destination="/opt/ml/processing/input/endpoint" 
    ), 
    post_analytics_processor_script=s3_code_postprocessor_uri, 
    output_s3_uri=s3_report_path, 
    statistics=my_default_monitor.baseline_statistics(), 
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    constraints=my_default_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

Example programação para análise única

Você também pode programar a análise para ser executada uma vez sem repetição, transmitindo 
argumentos como os seguintes para o método create_monitoring_schedule:

    schedule_cron_expression=CronExpressionGenerator.now(), 
    data_analysis_start_time="-PT1H", 
    data_analysis_end_time="-PT0H",

Nesses argumentos, o parâmetro schedule_cron_expression programa a análise para ser 
executada uma vez, imediatamente, com o valor CronExpressionGenerator.now(). Para 
qualquer programação com essa configuração, os parâmetros data_analysis_start_time e
data_analysis_end_time são obrigatórios. Esses parâmetros definem a hora de início e a hora 
de término de uma janela de análise. Defina esses horários como deslocamentos relativos à hora 
atual e use o formato de duração ISO 8601. Neste exemplo, os horários -PT1H e -PT0H definem 
uma janela entre uma hora no passado e a hora atual. Com essa programação, a análise avalia 
somente os dados que foram coletados durante a janela especificada.

Example programação para um trabalho de transformação de lotes

O trecho de código a seguir mostra o formato geral que você usa para programar um monitor de 
modelo para um trabalho de transformação de lotes.

from sagemaker.model_monitor import ( 
    CronExpressionGenerator, 
    BatchTransformInput,  
    MonitoringDatasetFormat,  
)
from time import gmtime, strftime

mon_schedule_name = 'my-model-monitor-schedule-' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
my_default_monitor.create_monitoring_schedule( 
    monitor_schedule_name=mon_schedule_name, 
    batch_transform_input=BatchTransformInput( 
        destination="opt/ml/processing/input", 
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        data_captured_destination_s3_uri=s3_capture_upload_path, 
        dataset_format=MonitoringDatasetFormat.csv(header=False), 
    ), 
    post_analytics_processor_script=s3_code_postprocessor_uri, 
    output_s3_uri=s3_report_path, 
    statistics=my_default_monitor.baseline_statistics(), 
    constraints=my_default_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

desc_schedule_result = my_default_monitor.describe_schedule()
print('Schedule status: {}'.format(desc_schedule_result['MonitoringScheduleStatus']))

A expressão cron para monitorar a programação

Para fornecer detalhes para a programação de monitoramento, use ScheduleConfig, que é uma 
expressão cron que descreve detalhes sobre a programação de monitoramento.

O Amazon SageMaker Model Monitor suporta as seguintes cron expressões:

• Para definir o trabalho para começar a cada hora, use o seguinte:

Hourly: cron(0 * ? * * *)

• Para executar o trabalho diariamente, use o seguinte:

cron(0 [00-23] ? * * *)

• Para executar o trabalho uma vez, imediatamente, use a seguinte palavra-chave:

NOW

Por exemplo, as seguintes expressões cron são válidas:

• Diariamente às 12:00 UTC: cron(0 12 ? * * *)

• Diariamente às 00:00 UTC: cron(0 0 ? * * *)

Para oferecer suporte à execução a cada 6, 12 horas, o Model Monitoring é compatível com a 
seguinte expressão:

cron(0 [00-23]/[01-24] ? * * *)
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Por exemplo, as seguintes expressões cron são válidas:

• A cada 12 horas, a partir das 17:00 UTC: cron(0 17/12 ? * * *)

• A cada duas horas, a partir das 00:00 UTC: cron(0 0/2 ? * * *)

Observações

• Embora a expressão cron esteja definida para iniciar às 17:00 UTC, observe que pode 
haver um atraso de 0 a 20 minutos do tempo real solicitado para executar a execução.

• Se você quiser executar em uma programação diária, não forneça esse parâmetro. 
SageMakerescolhe um horário para correr todos os dias.

• Atualmente, SageMaker só oferece suporte a taxas inteiras por hora entre 1 hora e 24 
horas.

Configuração de políticas de controle de serviços para programações de 
monitoramento

Você precisa especificar os parâmetros de um trabalho de monitoramento ao criar ou atualizar um 
agendamento para ele com a CreateMonitoringScheduleAPI ou a UpdateMonitoringScheduleAPI, 
respectivamente. Dependendo do seu caso de uso, você pode fazer isso de uma das seguintes 
maneiras:

• Você pode especificar o MonitoringJobDefinitioncampo de MonitoringScheduleConfig, ao invocar
CreateMonitoringSchedule ouUpdateMonitoringSchedule. Você pode usar isso somente 
para criar ou atualizar uma programação para um trabalho de monitoramento da qualidade de 
dados.

• Você pode especificar o nome de uma definição de trabalho de monitoramento que você já criou 
para o campo MonitoringJobDefinitionName de MonitoringScheduleConfig, ao invocar
CreateMonitoringSchedule ouUpdateMonitoringSchedule. Você pode usar isso para 
qualquer definição de trabalho criada com uma das seguintes APIs:

• CreateDataQualityJobDefinition

• CreateModelQualityJobDefinition

• CreateModelBiasJobDefinition

• CreateModelExplainabilityJobDefinition
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Se você quiser usar o SDK do SageMaker Python para criar ou atualizar agendas, precisará usar 
esse processo.

Os processos mencionados acima são mutuamente exclusivos, ou seja, você pode especificar o 
campo MonitoringJobDefinition ou o campo MonitoringJobDefinitionName ao criar ou 
atualizar as programações de monitoramento.

Ao criar uma definição de trabalho de monitoramento ou especificar uma no campo
MonitoringJobDefinition, você pode definir parâmetros de segurança, como NetworkConfig
e VolumeKmsKeyId. Como administrador, talvez você queira que esses parâmetros sejam sempre 
definidos com determinados valores, para que os trabalhos de monitoramento sempre sejam 
executados em um ambiente seguro. Para garantir isso, configure políticas de controle de serviço
(SCPs) apropriadas. As SCPs são um tipo de política organizacional que você pode usar para 
gerenciar permissões na sua organização.

O exemplo a seguir mostra uma SCP que você pode usar para garantir que os parâmetros de 
infraestrutura sejam definidos adequadamente ao criar ou atualizar programações de trabalhos de 
monitoramento.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateDataQualityJobDefinition", 
                "sagemaker:CreateModelBiasJobDefinition", 
                "sagemaker:CreateModelExplainabilityJobDefinition", 
                "sagemaker:CreateModelQualityJobDefinition" 
            ], 
            "Resource": "arn:*:sagemaker:*:*:*", 
            "Condition": { 
                "Null": { 
                    "sagemaker:VolumeKmsKey":"true", 
                    "sagemaker:VpcSubnets": "true", 
                    "sagemaker:VpcSecurityGroupIds": "true" 
                } 
            } 
        }, 
        { 
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            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateDataQualityJobDefinition", 
                "sagemaker:CreateModelBiasJobDefinition", 
                "sagemaker:CreateModelExplainabilityJobDefinition", 
                "sagemaker:CreateModelQualityJobDefinition" 
            ], 
            "Resource": "arn:*:sagemaker:*:*:*", 
            "Condition": { 
                "Bool": { 
                    "sagemaker:InterContainerTrafficEncryption": "false" 
                } 
            } 
        }, 
        { 
            "Effect": "Deny", 
            "Action": [ 
                "sagemaker:CreateMonitoringSchedule", 
                "sagemaker:UpdateMonitoringSchedule", 
            ], 
            "Resource": "arn:*:sagemaker:*:*:monitoring-schedule/*", 
            "Condition": { 
                "Null": { 
                    "sagemaker:ModelMonitorJobDefinitionName": "true" 
                } 
            } 
        } 
    ]
} 
     

As duas primeiras regras do exemplo garantem que os parâmetros de segurança estejam sempre 
definidos para monitorar as definições de trabalho. A regra final exige que qualquer pessoa em 
sua organização que esteja criando ou atualizando uma programação sempre especifique o 
campo MonitoringJobDefinitionName. Isso garante que ninguém em sua organização 
possa definir valores inseguros para os parâmetros de segurança especificando o campo
MonitoringJobDefinition ao criar ou atualizar programações.

Contêiner pré-construído Amazon SageMaker Model Monitor
SageMaker fornece uma imagem integrada chamada sagemaker-model-monitor-analyzer
que fornece uma variedade de recursos de monitoramento de modelos, incluindo sugestão de 
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restrições, geração de estatísticas, validação de restrições em relação a uma linha de base e 
emissão de métricas da Amazon. CloudWatch Essa imagem é baseada na versão 3.3.0 do Spark e 
foi criada com a versão 2.0.2 do Deequ.

Note

Você não pode puxar a imagem sagemaker-model-monitor-analyzer incorporada 
diretamente. Você pode usar a imagem sagemaker-model-monitor-analyzer ao enviar 
um trabalho de linha de base de processamento ou monitoramento usando um dos SDKs 
AWS.

Use o SDK do SageMaker Python (consulte image_uris.retrieve o guia de referência do SDK 
do SageMaker Python) para gerar o URI da imagem ECR para você ou especifique o URI da imagem 
do ECR diretamente. A imagem pré-criada do SageMaker Model Monitor pode ser acessada da 
seguinte forma:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-model-monitor-
analyzer

Por exemplo: 159807026194.dkr.ecr.us-west-2.amazonaws.com/sagemaker-model-
monitor-analyzer

Se você estiver em uma AWS região da China, as imagens pré-criadas do SageMaker Model Monitor 
podem ser acessadas da seguinte forma:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com.cn/sagemaker-model-
monitor-analyzer

Para IDs de contas e nomes de regiões AWS, consulte Caminhos de registro e código de exemplo 
do Docker.

Para escrever seu próprio contêiner de análise, consulte o contrato de contêiner descrito em
Personalizar monitoramento.

Interpretar resultados

Depois de executar um trabalho de processamento de linha de base e obter estatísticas e 
restrições para o seu conjunto de dados, você poderá executar trabalhos de monitoramento que 
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calculam estatísticas e listam as violações encontradas em relação às restrições de linha de base. 
CloudWatch As métricas da Amazon também são relatadas em sua conta por padrão. Para obter 
informações sobre a visualização dos resultados do monitoramento no Amazon SageMaker Studio, 
consulteVisualize resultados para endpoints em tempo real no Amazon Studio SageMaker .

Execuções de lista

A programação inicia trabalhos de monitoramento nos intervalos especificados. O código a seguir 
lista as cinco últimas execuções. Se você estiver executando esse código depois de criar a 
programação por hora, as execuções poderão estar vazias e você poderá ter que esperar até cruzar 
o limite de horas (em UTC) para ver as execuções serem iniciadas. O código a seguir inclui a lógica 
de espera.

mon_executions = my_default_monitor.list_executions()
print("We created a hourly schedule above and it will kick off executions ON the hour 
 (plus 0 - 20 min buffer.\nWe will have to wait till we hit the hour...")

while len(mon_executions) == 0: 
    print("Waiting for the 1st execution to happen...") 
    time.sleep(60) 
    mon_executions = my_default_monitor.list_executions()

Inspecionar uma execução específica

Na etapa anterior, você selecionou a execução programada concluída ou com falha mais recente. É 
possível explorar o que deu certo ou errado. Os estados finais são:

• Completed – A execução do monitoramento foi concluída e nenhum problema foi encontrado no 
relatório de violações.

• CompletedWithViolations – A execução foi concluída, mas foram detectadas violações de 
restrição.

• Failed – A execução de monitoramento falhou, possivelmente devido a erro do cliente (por 
exemplo, problemas de função) ou problemas de infraestrutura. Para identificar a causa, consulte
FailureReason e ExitMessage.

latest_execution = mon_executions[-1] # latest execution's index is -1, previous is -2 
 and so on..
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time.sleep(60)
latest_execution.wait(logs=False)

print("Latest execution status: {}".format(latest_execution.describe()
['ProcessingJobStatus']))
print("Latest execution result: {}".format(latest_execution.describe()['ExitMessage']))

latest_job = latest_execution.describe()
if (latest_job['ProcessingJobStatus'] != 'Completed'): 
        print("====STOP==== \n No completed executions to inspect further. Please wait 
 till an execution completes or investigate previously reported failures.")

report_uri=latest_execution.output.destination
print('Report Uri: {}'.format(report_uri))

Relatórios gerados por listas

Lista os relatórios gerados. Use o código a seguir para listar os relatórios gerados.

from urllib.parse import urlparse
s3uri = urlparse(report_uri)
report_bucket = s3uri.netloc
report_key = s3uri.path.lstrip('/')
print('Report bucket: {}'.format(report_bucket))
print('Report key: {}'.format(report_key))

s3_client = boto3.Session().client('s3')
result = s3_client.list_objects(Bucket=report_bucket, Prefix=report_key)
report_files = [report_file.get("Key") for report_file in result.get('Contents')]
print("Found Report Files:")
print("\n ".join(report_files))

Relatório de violações

Se houver violações comparadas à linha de base, elas serão geradas no relatório de violações. Use 
o código a seguir para listar as violações.

violations = my_default_monitor.latest_monitoring_constraint_violations()
pd.set_option('display.max_colwidth', -1)
constraints_df = pd.io.json.json_normalize(violations.body_dict["violations"])
constraints_df.head(10)
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Isso se aplica somente a conjuntos de dados que contêm dados tabulares. Os arquivos de esquema 
a seguir especificam as estatísticas calculadas e as violações monitoradas.

Arquivos de saída para conjuntos de dados tabulares

Nome do arquivo Descrição

statistics.json Contém estatísticas colunares para cada 
recurso no conjunto de dados que é analisado. 
Consulte o esquema desse arquivo no próximo 
tópico.

Note

Esse arquivo é criado somente para 
monitoramento da qualidade dos 
dados.

constraint_violations.json Contém uma lista de violações encontradas 
nesse conjunto atual de dados em comparaçã 
o com o arquivo de estatísticas e restrições 
de linha de base especificado nos caminhos
baseline_constaints  e baseline_ 
statistics .

Por padrão, Contêiner pré-construído Amazon SageMaker Model Monitor salva um conjunto de 
CloudWatch métricas da Amazon para cada recurso.

O código do contêiner pode emitir CloudWatch métricas neste local:/opt/ml/output/metrics/
cloudwatch.

Visualize resultados para endpoints em tempo real no Amazon 
Studio SageMaker

Se você estiver monitorando um endpoint em tempo real, também poderá visualizar os resultados no 
Amazon SageMaker Studio. Você pode visualizar os detalhes da execução de qualquer trabalho de 
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monitoramento e criar gráficos que mostrem a linha de base e os valores capturados para qualquer 
métrica calculada pelo trabalho de monitoramento.

Para visualizar os resultados detalhados de um trabalho de monitoramento

1. Faça login no Studio. Para ter mais informações, consulte Visão geral SageMaker do Amazon 
Domain.

2. No painel de navegação à esquerda, escolha o ícone Componentes e registros

( ).

3. No menu suspenso, escolha Endpoints.

4. Na guia do endpoint, escolha o tipo de monitoramento do qual você deseja ver os detalhes do 
trabalho.
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5. Selecione o nome da execução do trabalho de monitoramento cujos detalhes você deseja 
visualizar na lista de trabalhos de monitoramento.

6. A guia DETALHES DO TRABALHO DE MONITORAMENTO é aberta com um relatório 
detalhado do trabalho de monitoramento.
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Você pode criar um gráfico que exiba a linha de base e as métricas capturadas por um período de 
tempo.

Para criar um gráfico no SageMaker Studio para visualizar os resultados do monitoramento

1. Faça login no Studio. Para ter mais informações, consulte Visão geral SageMaker do Amazon 
Domain.
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2. No painel de navegação à esquerda, escolha o ícone Componentes e registros

( ).

3. No menu suspenso, escolha Endpoints.

4. Na guia Endpoint, escolha o tipo de monitoramento para o qual você deseja criar um gráfico. 
Este exemplo mostra um gráfico para o tipo de monitoramento de qualidade do modelo.
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5. Escolha Adicionar gráfico.

6. Na guia PROPRIEDADES DO GRÁFICO, escolha o período de tempo, a estatística e a métrica 
que você deseja representar graficamente. Este exemplo mostra um gráfico para uma Linha do 
tempo de 1 semana, a estatística média da e a métrica F1.
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7. O gráfico que mostra a linha de base e a estatística da métrica atual que você escolheu na etapa 
anterior aparece na guia Endpoint.
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Tópicos avançados

As seções a seguir contêm tarefas mais avançadas que explicam como personalizar o 
monitoramento usando scripts de pré-processamento e de pós-processamento, como criar 
seu próprio contêiner e como usar o AWS CloudFormation para criar uma programação de 
monitoramento.

Tópicos

• Personalizar monitoramento

• Criar uma programação de monitoramento para um recurso em tempo real do recurso 
personalizado do AWS CloudFormation

Personalizar monitoramento

Além de usar os mecanismos de monitoramento integrados, é possível criar seus próprios 
agendamentos e procedimentos de monitoramento personalizados usando scripts de pré-
processamento e pós-processamento ou usando ou criando seu próprio contêiner.

Tópicos

• Pré-processamento e pós-processamento

• Traga seus próprios contêineres

Pré-processamento e pós-processamento

Você pode usar scripts Python personalizados de pré-processamento e pós-processamento para 
transformar a entrada do seu monitor de modelo ou estender o código após uma execução bem-
sucedida do monitoramento. Faça o upload desses scripts para o Amazon S3 e faça referência a 
eles ao criar seu monitor de modelo.

O exemplo a seguir mostra como personalizar as programações de monitoramento com scripts de 
pré-processamento e pós-processamento. Substitua cada texto de espaço reservado do 
usuário por suas próprias informações.

import boto3, os
from sagemaker import get_execution_role, Session
from sagemaker.model_monitor import CronExpressionGenerator, DefaultModelMonitor
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# Upload pre and postprocessor scripts
session = Session()
bucket = boto3.Session().resource("s3").Bucket(session.default_bucket())
prefix = "demo-sagemaker-model-monitor"
pre_processor_script = bucket.Object(os.path.join(prefix, 
 "preprocessor.py")).upload_file("preprocessor.py")
post_processor_script = bucket.Object(os.path.join(prefix, 
 "postprocessor.py")).upload_file("postprocessor.py")

# Get execution role
role = get_execution_role() # can be an empty string

# Instance type
instance_type = "instance-type"
# instance_type = "ml.m5.xlarge" # Example

# Create a monitoring schedule with pre and postprocessing
my_default_monitor = DefaultModelMonitor( 
    role=role, 
    instance_count=1, 
    instance_type=instance_type, 
    volume_size_in_gb=20, 
    max_runtime_in_seconds=3600,
)

s3_report_path = "s3://{}/{}".format(bucket, "reports")
monitor_schedule_name = "monitor-schedule-name"
endpoint_name = "endpoint-name"
my_default_monitor.create_monitoring_schedule( 
    post_analytics_processor_script=post_processor_script, 
    record_preprocessor_script=pre_processor_script, 
    monitor_schedule_name=monitor_schedule_name, 
    # use endpoint_input for real-time endpoint 
    endpoint_input=endpoint_name, 
    # or use batch_transform_input for batch transform jobs 
    # batch_transform_input=batch_transform_name, 
    output_s3_uri=s3_report_path, 
    statistics=my_default_monitor.baseline_statistics(), 
    constraints=my_default_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
) 
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Tópicos

• Script de pré-processamento

• Amostragem personalizada

• Script de pós-processamento

Script de pré-processamento

Use scripts de pré-processamento quando precisar transformar as entradas do seu monitor do 
modelo.

Por exemplo, suponha que a saída do seu modelo seja uma matriz [1.0, 2.1]. O contêiner 
Amazon SageMaker Model Monitor só funciona com estruturas JSON tabulares ou achatadas, 
como. {“prediction0”: 1.0, “prediction1” : 2.1} Você pode usar um script de pré-
processamento como o seguinte para transformar a matriz na estrutura JSON correta.

def preprocess_handler(inference_record): 
    input_data = inference_record.endpoint_input.data 
    output_data = inference_record.endpoint_output.data.rstrip("\n") 
    data = output_data + "," + input_data 
    return { str(i).zfill(20) : d for i, d in enumerate(data.split(",")) } 
       

Em outro exemplo, suponha que seu modelo tenha atributos opcionais e você use -1 para indicar 
que o atributo opcional tem um valor ausente. Se você tiver um monitor de qualidade de dados, 
talvez queira remover o -1 da matriz de valores de entrada para que não seja incluído nos cálculos 
métricos do monitor. Você pode usar um script como o seguinte para remover esses valores.

def preprocess_handler(inference_record): 
    input_data = inference_record.endpoint_input.data 
    return {i : None if x == -1 else x for i, x in enumerate(input_data.split(","))} 
                     

Seu script de pré-processamento recebe um inference_record como única entrada. O trecho de 
código a seguir mostra um exemplo de um inference_record.

{ 
  "captureData": { 
    "endpointInput": { 
      "observedContentType": "text/csv", 
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      "mode": "INPUT", 
      "data": "132,25,113.2,96,269.9,107,,0,0,0,0,0,0,1,0,1,0,0,1", 
      "encoding": "CSV" 
    }, 
    "endpointOutput": { 
      "observedContentType": "text/csv; charset=utf-8", 
      "mode": "OUTPUT", 
      "data": "0.01076381653547287", 
      "encoding": "CSV" 
    } 
  }, 
  "eventMetadata": { 
    "eventId": "feca1ab1-8025-47e3-8f6a-99e3fdd7b8d9", 
    "inferenceTime": "2019-11-20T23:33:12Z" 
  }, 
  "eventVersion": "0"
} 
       

O trecho de código a seguir mostra a estrutura de classe completa de um inference_record.

KEY_EVENT_METADATA = "eventMetadata"
KEY_EVENT_METADATA_EVENT_ID = "eventId"
KEY_EVENT_METADATA_EVENT_TIME = "inferenceTime"
KEY_EVENT_METADATA_CUSTOM_ATTR = "customAttributes"

KEY_EVENTDATA_ENCODING = "encoding"
KEY_EVENTDATA_DATA = "data"

KEY_GROUND_TRUTH_DATA = "groundTruthData"

KEY_EVENTDATA = "captureData"
KEY_EVENTDATA_ENDPOINT_INPUT = "endpointInput"
KEY_EVENTDATA_ENDPOINT_OUTPUT = "endpointOutput"

KEY_EVENTDATA_BATCH_OUTPUT = "batchTransformOutput"
KEY_EVENTDATA_OBSERVED_CONTENT_TYPE = "observedContentType"
KEY_EVENTDATA_MODE = "mode"

KEY_EVENT_VERSION = "eventVersion"

class EventConfig: 
    def __init__(self, endpoint, variant, start_time, end_time): 
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        self.endpoint = endpoint 
        self.variant = variant 
        self.start_time = start_time 
        self.end_time = end_time

class EventMetadata: 
    def __init__(self, event_metadata_dict): 
        self.event_id = event_metadata_dict.get(KEY_EVENT_METADATA_EVENT_ID, None) 
        self.event_time = event_metadata_dict.get(KEY_EVENT_METADATA_EVENT_TIME, None) 
        self.custom_attribute = event_metadata_dict.get(KEY_EVENT_METADATA_CUSTOM_ATTR, 
 None)

class EventData: 
    def __init__(self, data_dict): 
        self.encoding = data_dict.get(KEY_EVENTDATA_ENCODING, None) 
        self.data = data_dict.get(KEY_EVENTDATA_DATA, None) 
        self.observedContentType = data_dict.get(KEY_EVENTDATA_OBSERVED_CONTENT_TYPE, 
 None) 
        self.mode = data_dict.get(KEY_EVENTDATA_MODE, None) 

    def as_dict(self): 
        ret = { 
            KEY_EVENTDATA_ENCODING: self.encoding, 
            KEY_EVENTDATA_DATA: self.data, 
            KEY_EVENTDATA_OBSERVED_CONTENT_TYPE: self.observedContentType, 
        } 
        return ret

class CapturedData: 
    def __init__(self, event_dict): 
        self.event_metadata = None 
        self.endpoint_input = None 
        self.endpoint_output = None 
        self.batch_transform_output = None 
        self.ground_truth = None 
        self.event_version = None 
        self.event_dict = event_dict 
        self._event_dict_postprocessed = False 
         
        if KEY_EVENT_METADATA in event_dict: 
            self.event_metadata = EventMetadata(event_dict[KEY_EVENT_METADATA]) 
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        if KEY_EVENTDATA in event_dict: 
            if KEY_EVENTDATA_ENDPOINT_INPUT in event_dict[KEY_EVENTDATA]: 
                self.endpoint_input = EventData(event_dict[KEY_EVENTDATA]
[KEY_EVENTDATA_ENDPOINT_INPUT]) 
            if KEY_EVENTDATA_ENDPOINT_OUTPUT in event_dict[KEY_EVENTDATA]: 
                self.endpoint_output = EventData(event_dict[KEY_EVENTDATA]
[KEY_EVENTDATA_ENDPOINT_OUTPUT]) 
            if KEY_EVENTDATA_BATCH_OUTPUT in event_dict[KEY_EVENTDATA]: 
                self.batch_transform_output = EventData(event_dict[KEY_EVENTDATA]
[KEY_EVENTDATA_BATCH_OUTPUT]) 

        if KEY_GROUND_TRUTH_DATA in event_dict: 
            self.ground_truth = EventData(event_dict[KEY_GROUND_TRUTH_DATA]) 
        if KEY_EVENT_VERSION in event_dict: 
            self.event_version = event_dict[KEY_EVENT_VERSION] 

    def as_dict(self): 
        if self._event_dict_postprocessed is True: 
            return self.event_dict 
        if KEY_EVENTDATA in self.event_dict: 
            if KEY_EVENTDATA_ENDPOINT_INPUT in self.event_dict[KEY_EVENTDATA]: 
                self.event_dict[KEY_EVENTDATA][KEY_EVENTDATA_ENDPOINT_INPUT] = 
 self.endpoint_input.as_dict() 
            if KEY_EVENTDATA_ENDPOINT_OUTPUT in self.event_dict[KEY_EVENTDATA]: 
                self.event_dict[KEY_EVENTDATA][ 
                    KEY_EVENTDATA_ENDPOINT_OUTPUT 
                ] = self.endpoint_output.as_dict() 
            if KEY_EVENTDATA_BATCH_OUTPUT in self.event_dict[KEY_EVENTDATA]: 
                self.event_dict[KEY_EVENTDATA][KEY_EVENTDATA_BATCH_OUTPUT] = 
 self.batch_transform_output.as_dict() 
         
        self._event_dict_postprocessed = True 
        return self.event_dict 

    def __str__(self): 
        return str(self.as_dict()) 
       

Amostragem personalizada

Você também pode aplicar uma estratégia de amostragem personalizada em seu script de pré-
processamento. Para fazer isso, configure o contêiner pré-criado original do Model Monitor para 
ignorar uma porcentagem dos registros de acordo com a taxa de amostragem especificada. No 

Personalizar monitoramento 5424



Amazon SageMaker Guia do Desenvolvedor

exemplo a seguir, o manipulador coleta amostras de 10% dos registros retornando o registro em 10% 
das chamadas do manipulador e, caso contrário, uma lista vazia.

import random

def preprocess_handler(inference_record): 
    # we set up a sampling rate of 0.1 
    if random.random() > 0.1: 
        # return an empty list 
        return [] 
    input_data = inference_record.endpoint_input.data 
    return {i : None if x == -1 else x for i, x in enumerate(input_data.split(","))}

Registro personalizado para script de pré-processamento

Se o script de pré-processamento retornar um erro, verifique as mensagens de exceção 
registradas CloudWatch para depuração. Você pode acessar o logger por CloudWatch meio da
preprocess_handler interface. Você pode registrar todas as informações necessárias do seu 
script em CloudWatch. Isso pode ser útil ao depurar seu script de pré-processamento. O exemplo 
a seguir mostra como você pode usar a preprocess_handler interface para fazer login em 
CloudWatch

def preprocess_handler(inference_record, logger): 
    logger.info(f"I'm a processing record: {inference_record}") 
    logger.debug(f"I'm debugging a processing record: {inference_record}") 
    logger.warning(f"I'm processing record with missing value: {inference_record}") 
    logger.error(f"I'm a processing record with bad value: {inference_record}") 
    return inference_record 
         

Script de pós-processamento

Use um script de pós-processamento quando quiser estender o código após uma execução de 
monitoramento bem-sucedida.

def postprocess_handler(): 
    print("Hello from post-proc script!")

Traga seus próprios contêineres

Personalizar monitoramento 5425



Amazon SageMaker Guia do Desenvolvedor

O Amazon SageMaker Model Monitor fornece um contêiner pré-construído com a capacidade de 
analisar os dados capturados de endpoints ou trabalhos de transformação em lote para conjuntos 
de dados tabulares. Se quiser trazer seu próprio contêiner, o Model Monitor fornecerá pontos de 
extensão que você pode aproveitar.

Quando analisado detalhadamente, ao criar um MonitoringSchedule, o Model Monitor acaba 
iniciando trabalhos de processamento. Por isso, o contêiner precisa estar ciente do contrato de 
trabalho de processamento documentado no tópico Criar um contêiner de processamento (cenário 
avançado). Observe que o Model Monitor inicia o trabalho de processamento em seu nome de 
acordo com a programação. Ao invocar, o Model Monitor configura variáveis de ambiente adicionais 
para você, de modo que o contêiner tenha contexto suficiente para processar os dados para essa 
execução específica da programação agendada. Para obter informações adicionais sobre entradas 
de contêiner, consulte o Entradas do contrato de contêiner.

No contêiner, usando as variáveis ou o contexto de ambiente acima, agora é possível analisar o 
conjunto de dados para o período atual no código personalizado. Uma vez concluída essa análise, é 
possível optar por emitir os relatórios que serão carregados no bucket do S3. Os relatórios gerados 
pelo contêiner pré-criado são documentados em Saídas de contrato do contêiner. Se você quiser 
que a visualização dos relatórios funcione no SageMaker Studio, siga o mesmo formato. Também é 
possível optar por emitir relatórios completamente personalizados.

Você também emite CloudWatch métricas do contêiner seguindo as instruções emCloudWatch 
Métricas para trazer seus próprios contêineres.

Tópicos

• Entradas do contrato de contêiner

• Saídas de contrato do contêiner

• CloudWatch Métricas para trazer seus próprios contêineres

Entradas do contrato de contêiner

A plataforma Amazon SageMaker Model Monitor invoca seu código de contêiner de acordo com um 
cronograma especificado. Se você optar por escrever seu próprio código de contêiner, as variáveis 
de ambiente a seguir estarão disponíveis. Nesse contexto, será possível analisar o conjunto de 
dados atual ou avaliar as restrições se escolher e emitir métricas, se aplicável.
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As variáveis de ambiente disponíveis são as mesmas para endpoints em tempo real e trabalhos de 
transformação de lotes, exceto pela variável dataset_format. Se você estiver usando um endpoint 
em tempo real, a variável dataset_format oferece suporte às seguintes opções:

{\"sagemakerCaptureJson\": {\"captureIndexNames\": [\"endpointInput\",\"endpointOutput
\"]}}

Se você estiver usando um trabalho de transformação de lotes, o dataset_format é compatível 
com as seguintes opções:

{\"csv\": {\"header\": [\"true\",\"false\"]}}

{\"json\": {\"line\": [\"true\",\"false\"]}}

{\"parquet\": {}}

O exemplo de código a seguir mostra o conjunto completo de variáveis de ambiente disponíveis para 
seu código de contêiner (e usa o formato dataset_format para um endpoint em tempo real).

"Environment": { 
 "dataset_format": "{\"sagemakerCaptureJson\": {\"captureIndexNames\": [\"endpointInput
\",\"endpointOutput\"]}}", 
 "dataset_source": "/opt/ml/processing/endpointdata", 
 "end_time": "2019-12-01T16: 20: 00Z", 
 "output_path": "/opt/ml/processing/resultdata", 
 "publish_cloudwatch_metrics": "Disabled", 
 "sagemaker_endpoint_name": "endpoint-name", 
 "sagemaker_monitoring_schedule_name": "schedule-name", 
 "start_time": "2019-12-01T15: 20: 00Z"
}

Parâmetros

Nome do parâmetro Descrição

dataset_format Para um trabalho iniciado a partir de um
MonitoringSchedule  com base em um
Endpoint, isso é sageMakerCaptureJs 
on  com os índices de captura endpointI 
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Nome do parâmetro Descrição

nput , endpointOutput  ou ambos. Para 
um trabalho de transformação de lotes, isso 
especifica o formato dos dados, seja CSV, 
JSON ou Parquet.

dataset_source Se você estiver usando um endpoint em 
tempo real, o caminho local no qual os dados 
correspondentes ao período de monitoramento, 
conforme especificado por start_time  e
end_time, estão disponíveis. Nesse caminho, 
os dados estão disponíveis em  /{endpoin 
t-name}/{variant-name}/yyyy/mm/
dd/hh .

Às vezes, fazemos download mais do que 
o especificado pelos horários de início e de 
término. Cabe ao código do contêiner analisar 
os dados conforme necessário.

output_path O caminho local para gravar relatórios 
de saída e outros arquivos. Especifique 
esse parâmetro na solicitação CreateMon 
itoringSchedule  como Monitorin 
gOutputConfig.MonitoringOut 
put[0].LocalPath . É feito upload dele no 
caminho S3Uri especificado em Monitorin 
gOutputConfig.MonitoringOut 
put[0].S3Uri .

publish_cloudwatch_metrics Para um trabalho executado por CreateMon 
itoringSchedule , esse parâmetro é 
definido como Enabled. O contêiner pode 
escolher gravar o arquivo CloudWatch de saída 
da Amazon em[filepath] .
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Nome do parâmetro Descrição

sagemaker_endpoint_name Se você estiver usando um endpoint em tempo 
real, o nome do Endpoint para o qual esse 
trabalho programado foi iniciado.

sagemaker_monitoring_schedu 
le_name

O nome do MonitoringSchedule  que 
executou esse trabalho.

*sagemaker_endpoint_datacap 
ture_prefix*

Se você estiver usando um endpoint em tempo 
real, o prefixo especificado no parâmetro
DataCaptureConfig  do Endpoint. O 
contêiner pode usar isso se precisar acessar 
diretamente mais dados do que os já baixados 
SageMaker no dataset_source  caminho.

start_time, end_time A janela de tempo para a execução dessa 
análise. Por exemplo, para um trabalho 
programado para ser executado às 05:00 
UTC e um trabalho executado em 20/02/202 
0, start_time  é 2020-02-19T06:00:00Z e
end_time é 2020-02-20T05:00:00Z

baseline_constraints: O caminho local do arquivo de restrição de 
linha de base especificado em  BaselineC 
onfig.ConstraintResource.S3 
Uri . Isso só estará disponível se esse 
parâmetro tiver sido especificado na solicitação
CreateMonitoringSchedule .

baseline_statistics O caminho local para o arquivo de estatísticas 
da linha de base especificado em BaselineC 
onfig.StatisticsResource.S3 
Uri . Isso só estará disponível se esse 
parâmetro tiver sido especificado na solicitação
CreateMonitoringSchedule .
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Saídas de contrato do contêiner

O contêiner pode analisar os dados disponíveis no caminho *dataset_source* e gravar relatórios 
para o caminho em *output_path*.. O código do contêiner pode gravar qualquer relatório que 
atenda às suas necessidades.

Se você usar a estrutura e o contrato a seguir, determinados arquivos de saída serão tratados 
especialmente SageMaker na visualização e na API. Isso se aplica somente a conjuntos de dados 
tabulares.

Arquivos de saída para conjuntos de dados tabulares

Nome do arquivo Descrição

statistics.json Espera-se que este arquivo tenha estatísticas 
colunares para cada recurso no conjunto de 
dados que é analisado. O esquema para este 
arquivo está disponível na próxima seção.

constraints.json Espera-se que este arquivo tenha as restriçõe 
s sobre os recursos observados. O esquema 
para este arquivo está disponível na próxima 
seção.

constraints_violations.json Espera-se que este arquivo tenha a lista de 
violações encontradas nesse conjunto atual 
de dados em comparação com o arquivo 
de estatísticas e restrições de linha de 
base especificado no caminho baseline_ 
constaints  e baseline_statistics .

Além disso, se o publish_cloudwatch_metrics valor for código de "Enabled" contêiner pode 
emitir CloudWatch métricas da Amazon neste local:/opt/ml/output/metrics/cloudwatch. O 
esquema para esses arquivos está descrito nas seções a seguir.

Tópicos

• Esquema para estatísticas (arquivo statistics.json)

• Esquema para restrições (arquivo constraints.json)
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Esquema para estatísticas (arquivo statistics.json)

O esquema definido no arquivo statistics.json especifica os parâmetros estatísticos a serem 
calculados para a linha de base e para os dados capturados. Ele também configura o bucket que 
deve ser usado pelo KLL, um esboço de quantis muito compacto com esquema de compactação 
lento.

{ 
    "version": 0, 
    # dataset level stats 
    "dataset": { 
        "item_count": number 
    }, 
    # feature level stats 
    "features": [ 
        { 
            "name": "feature-name", 
            "inferred_type": "Fractional" | "Integral", 
            "numerical_statistics": { 
                "common": { 
                    "num_present": number, 
                    "num_missing": number 
                }, 
                "mean": number, 
                "sum": number, 
                "std_dev": number, 
                "min": number, 
                "max": number, 
                "distribution": { 
                    "kll": { 
                        "buckets": [ 
                            { 
                                "lower_bound": number, 
                                "upper_bound": number, 
                                "count": number 
                            } 
                        ], 
                        "sketch": { 
                            "parameters": { 
                                "c": number, 
                                "k": number 
                            }, 
                            "data": [ 
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                                [ 
                                    num, 
                                    num, 
                                    num, 
                                    num 
                                ], 
                                [ 
                                    num, 
                                    num 
                                ][ 
                                    num, 
                                    num 
                                ] 
                            ] 
                        }#sketch 
                    }#KLL 
                }#distribution 
            }#num_stats 
        }, 
        { 
            "name": "feature-name", 
            "inferred_type": "String", 
            "string_statistics": { 
                "common": { 
                    "num_present": number, 
                    "num_missing": number 
                }, 
                "distinct_count": number, 
                "distribution": { 
                    "categorical": { 
                         "buckets": [ 
                                { 
                                    "value": "string", 
                                    "count": number 
                                } 
                          ] 
                     } 
                } 
            }, 
            #provision for custom stats 
        } 
    ]
}
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Observações

• As métricas especificadas são reconhecidas SageMaker em alterações posteriores na 
visualização. O contêiner pode emitir mais métricas, se necessário.

• O esboço KLL é o esboço reconhecido. Os contêineres personalizados podem escrever 
sua própria representação, mas ela não será reconhecida SageMaker nas visualizações.

• Por padrão, a distribuição é materializada em 10 buckets. Não é possível alterar esse 
valor.

Esquema para restrições (arquivo constraints.json)

Um arquivo constraints.json é usado para expressar as restrições que um conjunto de dados 
deve satisfazer. Os contêineres SageMaker do Amazon Model Monitor podem usar o arquivo 
constraints.json para avaliar os conjuntos de dados. Os contêineres pré-criados fornecem a 
capacidade de gerar o arquivo constraints.json automaticamente para um conjunto de dados da 
linha de base. Se você trouxer seu próprio contêiner, será possível fornecê-lo com habilidades 
semelhantes ou você poderá criar o arquivo constraints.json de alguma outra maneira. Veja a seguir 
o esquema para o arquivo de restrição que o contêiner pré-criado usa. Ao trazer seus próprios 
contêineres, é possível adotar o mesmo formato ou melhorá-lo conforme necessário.

{ 
    "version": 0, 
    "features": 
    [ 
        { 
            "name": "string", 
            "inferred_type": "Integral" | "Fractional" |  
                    | "String" | "Unknown", 
            "completeness": number, 
            "num_constraints": 
            { 
                "is_non_negative": boolean 
            }, 
            "string_constraints": 
            { 
                "domains": 
                [ 
                    "list of", 
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                    "observed values", 
                    "for small cardinality" 
                ] 
            }, 
            "monitoringConfigOverrides": 
            {} 
        } 
    ], 
    "monitoring_config": 
    { 
        "evaluate_constraints": "Enabled", 
        "emit_metrics": "Enabled", 
        "datatype_check_threshold": 0.1, 
        "domain_content_threshold": 0.1, 
        "distribution_constraints": 
        { 
            "perform_comparison": "Enabled", 
            "comparison_threshold": 0.1, 
            "comparison_method": "Simple"||"Robust", 
            "categorical_comparison_threshold": 0.1, 
            "categorical_drift_method": "LInfinity"||"ChiSquared" 
        } 
    }
}

O objeto monitoring_config contém opções para o trabalho de monitoramento do recurso. A 
tabela a seguir descreve cada opção.

Monitoramento de restrições

Restrição Descrição

evaluate_constraints Quando é Enabled, avalia se o conjunto de 
dados que está sendo analisado satisfaz as 
restrições especificadas no arquivo constrain 
ts.json tomado como uma linha de base.

Valores válidos: Enabled ou Disabled

Padrão: Enabled

emit_metrics QuandoEnabled, emite CloudWatch métricas 
para os dados contidos no arquivo.
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Restrição Descrição

Valores válidos: Enabled ou Disabled

Padrão: Enabled

datatype_check_threshold Se o limite estiver acima do valor do especific 
ado datatype_check_threshold , isso 
causará uma falha que é tratada como uma 
violação no relatório de violações. Se os tipos 
de dados na execução atual não forem os 
mesmos que no conjunto de dados da linha de 
base, esse limite será usado para avaliar se ele 
precisa ser sinalizado como uma violação.

Durante a etapa da linha de base, as restriçõe 
s geradas sugerem o tipo de dados inferidos 
para cada coluna. O parâmetro datatype_ 
check_threshold  pode ser regulado para 
ajustar o limite quando for sinalizado como uma 
violação.

Valores válidos: flutuante

Padrão: 0.1

domain_content_threshold Se houver mais valores desconhecidos para 
um campo String no conjunto de dados atual 
do que no conjunto de dados da linha de base, 
esse limite poderá ser usado para ditar se ele 
precisa ser sinalizado como uma violação.

Valores válidos: flutuante

Padrão: 0.1
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Restrição Descrição

perform_comparison

Quando Enabled, esse sinalizador instrui o 
código a executar uma comparação de distribui 
ção entre a distribuição da linha de base e 
a distribuição observada para o conjunto de 
dados atual.

Valores válidos: Enabled ou Disabled

Padrão: Enabled

distribution_constraints

comparison_threshold

Se o limite estiver acima do valor definido para 
o comparison_threshold , isso causará 
uma falha que é tratada como uma violação no 
relatório de violações. A distância é calculada 
obtendo a diferença absoluta máxima entre 
as funções de distribuição cumulativa de duas 
distribuições.

Valores válidos: flutuante

Padrão: 0.1
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Restrição Descrição

comparison_method

Se calcular linf_simple  ou linf_robu 
st . O linf_simple  é baseado na 
diferença absoluta máxima entre as funções de 
distribuição cumulativa de duas distribuições. 
O cálculo de linf_robust  é baseado em
linf_simple , mas é usado quando não há 
amostras suficientes. A fórmula de linf_robu 
st  é baseada no teste de duas amostras de 
Kolmogorov-Smirnov.

Valores válidos: linf_simple  ou
linf_robust

categorical_comparison_threshold

Opcional. Define um limite para recursos 
categóricos. Se o valor no conjunto de dados 
exceder o limite definido, uma violação será 
registrada no relatório de violação.

Valores válidos: flutuante

Padrão: valor atribuído ao parâmetro
comparison_threshold

Personalizar monitoramento 5437

https://en.m.wikipedia.org/wiki/Kolmogorov%E2%80%93Smirnov_test
https://en.m.wikipedia.org/wiki/Kolmogorov%E2%80%93Smirnov_test


Amazon SageMaker Guia do Desenvolvedor

Restrição Descrição

categorical_drift_method

Opcional. Para recursos categóricos, especific 
a o método de cálculo usado para detectar o 
desvio de distribuição. Se você não definir esse 
parâmetro, o teste K-S (LInfinity) será usado.

Valores válidos: LInfinity  ou ChiSquare 
d

Padrão: LInfinity

CloudWatch Métricas para trazer seus próprios contêineres

Se o publish_cloudwatch_metrics valor estiver Enabled no Environment mapa do /opt/
ml/processing/processingjobconfig.json arquivo, o código do contêiner emite CloudWatch 
métricas da Amazon neste local:/opt/ml/output/metrics/cloudwatch.

O esquema desse arquivo é estreitamente baseado na CloudWatch PutMetrics API. O namespace 
não é especificado aqui. O padrão é o seguinte:

• For real-time endpoints: /aws/sagemaker/Endpoint/data-metrics

• For batch transform jobs: /aws/sagemaker/ModelMonitoring/data-metrics

No entanto, é possível especificar dimensões. Recomendamos que você adicione as dimensões a 
seguir no mínimo:

• Endpoint e MonitoringSchedule para endpoints em tempo real

• MonitoringSchedule para trabalhos de transformação de lotes

Os trechos JSON a seguir mostram como definir suas dimensões.

Para um endpoint em tempo real, consulte o seguinte trecho JSON, que inclui as dimensões
Endpoint e MonitoringSchedule:

{  
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    "MetricName": "", # Required 
    "Timestamp": "2019-11-26T03:00:00Z", # Required 
    "Dimensions" : [{"Name":"Endpoint","Value":"endpoint_0"},
{"Name":"MonitoringSchedule","Value":"schedule_0"}] 
    "Value": Float, 
    # Either the Value or the StatisticValues field can be populated and not both. 
    "StatisticValues": { 
        "SampleCount": Float, 
        "Sum": Float, 
        "Minimum": Float, 
        "Maximum": Float 
    }, 
    "Unit": "Count", # Optional
}

Para um trabalho de transformação de lotes, consulte o seguinte trecho JSON, que inclui a dimensão
MonitoringSchedule:

{  
    "MetricName": "", # Required 
    "Timestamp": "2019-11-26T03:00:00Z", # Required 
    "Dimensions" : [{"Name":"MonitoringSchedule","Value":"schedule_0"}] 
    "Value": Float, 
    # Either the Value or the StatisticValues field can be populated and not both. 
    "StatisticValues": { 
        "SampleCount": Float, 
        "Sum": Float, 
        "Minimum": Float, 
        "Maximum": Float 
    }, 
    "Unit": "Count", # Optional
}

Criar uma programação de monitoramento para um recurso em tempo real 
do recurso personalizado do AWS CloudFormation

Se você estiver usando um endpoint em tempo real, poderá usar um recurso personalizado do AWS 
CloudFormation para criar uma programação de monitoramento. O recurso personalizado está em 
Python. Para implantá-lo, consulte a Implantação do Python Lambda.
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Recurso personalizado

Comece adicionando um recurso personalizado ao modelo do AWS CloudFormation. Isso apontará 
para uma função do AWS Lambda que você criará em seguida.

Este recurso permite personalizar os parâmetros para a programação de monitoramento. É possível 
adicionar ou remover mais parâmetros modificando o recurso do AWS CloudFormation e a função do 
Lambda no recurso de exemplo a seguir.

{ 
    "AWSTemplateFormatVersion": "2010-09-09", 
    "Resources": { 
        "MonitoringSchedule": { 
            "Type": "Custom::MonitoringSchedule", 
            "Version": "1.0", 
            "Properties": { 
                "ServiceToken": "arn:aws:lambda:us-west-2:111111111111:function:lambda-
name", 
                "ScheduleName": "YourScheduleName", 
                "EndpointName": "YourEndpointName", 
                "BaselineConstraintsUri": "s3://your-baseline-constraints/
constraints.json", 
                "BaselineStatisticsUri": "s3://your-baseline-stats/statistics.json", 
                "PostAnalyticsProcessorSourceUri": "s3://your-post-processor/
postprocessor.py", 
                "RecordPreprocessorSourceUri": "s3://your-preprocessor/
preprocessor.py", 
                "InputLocalPath": "/opt/ml/processing/endpointdata", 
                "OutputLocalPath": "/opt/ml/processing/localpath", 
                "OutputS3URI": "s3://your-output-uri", 
                "ImageURI": "111111111111.dkr.ecr.us-west-2.amazonaws.com/your-image", 
                "ScheduleExpression": "cron(0 * ? * * *)", 
                "PassRoleArn": "arn:aws:iam::111111111111:role/AmazonSageMaker-
ExecutionRole" 
            } 
        } 
    }
}

Recurso personalizado do AWS CloudFormation para endpoints em tempo real 5440



Amazon SageMaker Guia do Desenvolvedor

Código de recurso personalizado do Lambda

Esse recurso personalizado do AWS CloudFormation usa a biblioteca de Assistente de recursos 
personalizados da AWS, que você pode instalar com pip usando pip install crhelper.

Essa função do Lambda é invocada pelo AWS CloudFormation durante a criação e a exclusão da 
pilha. Essa função do Lambda é responsável por criar e excluir a programação de monitoramento e 
usar os parâmetros definidos no recurso personalizado descrito na seção anterior.

import boto3
import botocore
import logging

from crhelper import CfnResource
from botocore.exceptions import ClientError

logger = logging.getLogger(__name__)
sm = boto3.client('sagemaker')

# cfnhelper makes it easier to implement a CloudFormation custom resource
helper = CfnResource()

# CFN Handlers

def handler(event, context): 
    helper(event, context)

@helper.create
def create_handler(event, context): 
    """ 
    Called when CloudFormation custom resource sends the create event 
    """ 
    create_monitoring_schedule(event)

@helper.delete
def delete_handler(event, context): 
    """ 
    Called when CloudFormation custom resource sends the delete event 
    """ 
    schedule_name = get_schedule_name(event) 
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    delete_monitoring_schedule(schedule_name)

@helper.poll_create
def poll_create(event, context): 
    """ 
    Return true if the resource has been created and false otherwise so 
    CloudFormation polls again. 
    """ 
    schedule_name = get_schedule_name(event) 
    logger.info('Polling for creation of schedule: %s', schedule_name) 
    return is_schedule_ready(schedule_name)

@helper.update
def noop(): 
    """ 
    Not currently implemented but crhelper will throw an error if it isn't added 
    """ 
    pass

# Helper Functions

def get_schedule_name(event): 
    return event['ResourceProperties']['ScheduleName']

def create_monitoring_schedule(event): 
    schedule_name = get_schedule_name(event) 
    monitoring_schedule_config = create_monitoring_schedule_config(event) 

    logger.info('Creating monitoring schedule with name: %s', schedule_name) 

    sm.create_monitoring_schedule( 
        MonitoringScheduleName=schedule_name, 
        MonitoringScheduleConfig=monitoring_schedule_config)

def is_schedule_ready(schedule_name): 
    is_ready = False 

    schedule = sm.describe_monitoring_schedule(MonitoringScheduleName=schedule_name) 
    status = schedule['MonitoringScheduleStatus'] 

    if status == 'Scheduled': 
        logger.info('Monitoring schedule (%s) is ready', schedule_name) 
        is_ready = True 
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    elif status == 'Pending': 
        logger.info('Monitoring schedule (%s) still creating, waiting and polling 
 again...', schedule_name) 
    else: 
        raise Exception('Monitoring schedule ({}) has unexpected status: 
 {}'.format(schedule_name, status)) 

    return is_ready

def create_monitoring_schedule_config(event): 
    props = event['ResourceProperties'] 

    return { 
        "ScheduleConfig": { 
            "ScheduleExpression": props["ScheduleExpression"], 
        }, 
        "MonitoringJobDefinition": { 
            "BaselineConfig": { 
                "ConstraintsResource": { 
                    "S3Uri": props['BaselineConstraintsUri'], 
                }, 
                "StatisticsResource": { 
                    "S3Uri": props['BaselineStatisticsUri'], 
                } 
            }, 
            "MonitoringInputs": [ 
                { 
                    "EndpointInput": { 
                        "EndpointName": props["EndpointName"], 
                        "LocalPath": props["InputLocalPath"], 
                    } 
                } 
            ], 
            "MonitoringOutputConfig": { 
                "MonitoringOutputs": [ 
                    { 
                        "S3Output": { 
                            "S3Uri": props["OutputS3URI"], 
                            "LocalPath": props["OutputLocalPath"], 
                        } 
                    } 
                ], 
            }, 
            "MonitoringResources": { 
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                "ClusterConfig": { 
                    "InstanceCount": 1, 
                    "InstanceType": "ml.t3.medium", 
                    "VolumeSizeInGB": 50, 
                } 
            }, 
            "MonitoringAppSpecification": { 
                "ImageUri": props["ImageURI"], 
                "RecordPreprocessorSourceUri": 
 props['PostAnalyticsProcessorSourceUri'], 
                "PostAnalyticsProcessorSourceUri": 
 props['PostAnalyticsProcessorSourceUri'], 
            }, 
            "StoppingCondition": { 
                "MaxRuntimeInSeconds": 300 
            }, 
            "RoleArn": props["PassRoleArn"], 
        } 
    }

def delete_monitoring_schedule(schedule_name): 
    logger.info('Deleting schedule: %s', schedule_name) 
    try: 
        sm.delete_monitoring_schedule(MonitoringScheduleName=schedule_name) 
    except ClientError as e: 
        if e.response['Error']['Code'] == 'ResourceNotFound': 
            logger.info('Resource not found, nothing to delete') 
        else: 
            logger.error('Unexpected error while trying to delete monitoring schedule') 
            raise e

Perguntas frequentes sobre o Model Monitor

Consulte as perguntas frequentes a seguir para obter mais informações sobre o Amazon SageMaker 
Model Monitor.

P: Como o Model Monitor and SageMaker Clarify ajuda os clientes a monitorar o comportamento do 
modelo?

Os clientes podem monitorar o comportamento do modelo em quatro dimensões: qualidade dos 
dados, qualidade do modelo, variação de polarização e variação de atribuição de recursos por 
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meio do SageMaker Amazon Model Monitor and Clarify. SageMaker O Model Monitor monitora 
continuamente a qualidade dos modelos de aprendizado SageMaker de máquina da Amazon em 
produção. Isso inclui monitorar o desvio na qualidade dos dados e nas métricas de qualidade do 
modelo, como precisão e RMSE. SageMaker O monitoramento de viés do Clarify ajuda cientistas de 
dados e engenheiros de ML a monitorar o viés na previsão do modelo e na variação da atribuição de 
recursos.

P: O que acontece em segundo plano quando o Sagemaker Model Monitor é ativado?

O Amazon SageMaker Model Monitor automatiza o monitoramento de modelos, aliviando a 
necessidade de monitorar os modelos manualmente ou criar qualquer ferramenta adicional. Para 
automatizar o processo, o Model Monitor oferece a capacidade de criar um conjunto de estatísticas 
e restrições de linha de base usando os dados com os quais seu modelo foi treinado e, em seguida, 
configurar uma programação para monitorar as previsões feitas em seu endpoint. O Model Monitor 
usa regras para detectar oscilações em seus modelos e alerta você quando isso acontece. As etapas 
a seguir descrevem o que acontece quando você habilita o monitoramento do modelo:

• Habilitar o monitoramento do modelo: para um endpoint em tempo real, é necessário habilitar o 
endpoint para capturar dados de solicitações de entrada para um modelo de ML implantado e as 
previsões de modelo resultantes. Para um trabalho de transformação de lotes, habilite a captura de 
dados das entradas e saídas da transformação de lotes.

• Trabalho de processamento de linha de base: em seguida, crie uma linha de base com o conjunto 
de dados que foi usado para treinar o modelo. A linha de base calcula as métricas e sugere 
restrições para elas. Por exemplo, a pontuação de recall do modelo não deve regredir e cair abaixo 
de 0,571, ou a pontuação de precisão não deve cair abaixo de 1,0. As previsões em tempo real 
ou em lotes do seu modelo são comparadas às restrições e são relatadas como violações se 
estiverem fora dos valores restritos.

• Trabalho de monitoramento: em seguida, crie uma programação de monitoramento especificando 
quais dados devem ser coletados, com que frequência devem ser coletados, como analisá-los e 
quais relatórios devem ser produzidos.

• Trabalho de mesclagem: isso só é aplicável se você estiver utilizando o Amazon SageMaker 
Ground Truth. O Model Monitor compara as previsões que seu modelo faz com rótulos de 
veracidade para medir a qualidade do modelo. Para que isso funcione, você rotula periodicamente 
os dados capturados pelo seu trabalho de transformação em lote ou endpoint e os carrega no 
Amazon S3.
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Depois de criar e carregar os rótulos do Ground Truth, inclua a localização dos rótulos como 
parâmetro ao criar o trabalho de monitoramento.

Quando você usa o Model Monitor para monitorar um trabalho de transformação de lotes em vez de 
um endpoint em tempo real, em vez de receber solicitações em um endpoint e rastrear as previsões, 
o Model Monitor monitorará as entradas e saídas de inferência. Em uma programação do Model 
Monitor, o cliente fornece a contagem e o tipo de instâncias que devem ser usadas no trabalho de 
processamento. Esses recursos permanecem reservados até que a programação seja excluída, 
independentemente do status da execução atual.

P: O que é captura de dados, por que ela é necessária e como posso habilitá-la?

Para registrar as entradas no endpoint do modelo e as saídas de inferência do modelo implantado no 
Amazon S3, você pode habilitar um recurso chamado Captura de dados. Para obter mais detalhes 
sobre como habilitá-lo para um endpoint em tempo real e um trabalho de transformação de lotes, 
consulte Capturar dados do endpoint em tempo real e Capturar dados do trabalho de transformação 
de lotes.

P: A habilitação da captura de dados afeta a performance de um endpoint em tempo real?

A captura de dados ocorre de forma assíncrona, sem afetar o tráfego de produção. Depois de 
habilitar a captura de dados, a carga útil de solicitação e de resposta, além de alguns metadados 
adicionais, será salva no local do Amazon S3 especificado em DataCaptureConfig. Observe que 
pode haver um atraso na propagação dos dados capturados para o Amazon S3.

Também é possível visualizar os dados capturados listando os arquivos de captura de dados 
armazenados no Amazon S3. O formato do caminho do Amazon S3 é: s3:///{endpoint-name}/
{variant-name}/yyyy/mm/dd/hh/filename.jsonl. A captura de dados do Amazon S3 deve 
estar na mesma região que a programação do Model Monitor. Você também deve garantir que os 
nomes das colunas do conjunto de dados da linha de base tenham apenas letras minúsculas e um 
sublinhado (_) como único separador.

P: Por que o Ground Truth é necessário para o monitoramento de modelos?

Os rótulos de veracidade são exigidos pelos seguintes recursos do Model Monitor:

• O monitoramento da qualidade do modelo compara as previsões que seu modelo faz com rótulos 
de veracidade para medir a qualidade do modelo.
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• O monitoramento de desvio do modelo monitora as previsões de desvios. Uma forma pela qual 
o desvio pode ser introduzido nos modelos de ML implantados é quando os dados usados no 
treinamento diferem dos dados usados para gerar previsões. Isso é especialmente pronunciado 
se os dados usados para treinamento mudarem com o tempo (como taxas de hipoteca flutuantes) 
e a previsão do modelo não for tão precisa, a menos que o modelo seja retreinado com dados 
atualizados. Por exemplo, um modelo para prever preços de casas pode ser tendencioso se as 
taxas de hipoteca usadas para treinar o modelo diferirem das taxas de hipoteca mais atuais do 
mundo real.

P: Para clientes que usam o Ground Truth para rotulagem, quais são as etapas que posso seguir 
para monitorar a qualidade do modelo?

O monitoramento da qualidade do modelo compara as previsões que seu modelo faz com rótulos de 
veracidade para medir a qualidade do modelo. Para que isso funcione, você rotula periodicamente os 
dados capturados pelo seu trabalho de transformação em lote ou endpoint e os carrega no Amazon 
S3. Além das capturas, a execução do monitoramento do desvio do modelo também requer dados 
do Ground Truth. Em casos de uso real, os dados do Ground Truth devem ser coletados e enviados 
regularmente para o local designado do Amazon S3. Para combinar os rótulos do Ground Truth 
com os dados de previsão capturados, deve haver um identificador exclusivo para cada registro no 
conjunto de dados. Para ver a estrutura de cada registro dos dados do Ground Truth, consulte Ingerir 
rótulos de veracidade e mesclá-los com as previsões.

O exemplo de código a seguir pode ser usado para gerar dados artificiais do Ground Truth para um 
conjunto de dados tabular.

import random

def ground_truth_with_id(inference_id): 
    random.seed(inference_id)  # to get consistent results 
    rand = random.random() 
    # format required by the merge container 
    return { 
        "groundTruthData": { 
            "data": "1" if rand < 0.7 else "0",  # randomly generate positive labels 
 70% of the time 
            "encoding": "CSV", 
        }, 
        "eventMetadata": { 
            "eventId": str(inference_id), 
        }, 
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        "eventVersion": "0", 
    }

def upload_ground_truth(upload_time): 
    records = [ground_truth_with_id(i) for i in range(test_dataset_size)] 
    fake_records = [json.dumps(r) for r in records] 
    data_to_upload = "\n".join(fake_records) 
    target_s3_uri = f"{ground_truth_upload_path}/{upload_time:%Y/%m/%d/%H/%M%S}.jsonl" 
    print(f"Uploading {len(fake_records)} records to", target_s3_uri) 
    S3Uploader.upload_string_as_file_body(data_to_upload, target_s3_uri)
# Generate data for the last hour
upload_ground_truth(datetime.utcnow() - timedelta(hours=1))
# Generate data once a hour
def generate_fake_ground_truth(terminate_event): 
    upload_ground_truth(datetime.utcnow()) 
    for _ in range(0, 60): 
        time.sleep(60) 
        if terminate_event.is_set(): 
            break

ground_truth_thread = WorkerThread(do_run=generate_fake_ground_truth)
ground_truth_thread.start()

O exemplo de código a seguir mostra como gerar tráfego artificial para enviar para o endpoint do 
modelo. Observe o atributo inferenceId usado acima para invocar. Se isso estiver presente, ele 
será usado para juntar dados do Ground Truth (caso contrário, o eventId será usado).

import threading

class WorkerThread(threading.Thread): 
    def __init__(self, do_run, *args, **kwargs): 
        super(WorkerThread, self).__init__(*args, **kwargs) 
        self.__do_run = do_run 
        self.__terminate_event = threading.Event() 

    def terminate(self): 
        self.__terminate_event.set() 

    def run(self): 
        while not self.__terminate_event.is_set(): 
            self.__do_run(self.__terminate_event)
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def invoke_endpoint(terminate_event): 
    with open(test_dataset, "r") as f: 
        i = 0 
        for row in f: 
            payload = row.rstrip("\n") 
            response = sagemaker_runtime_client.invoke_endpoint( 
                EndpointName=endpoint_name, 
                ContentType="text/csv", 
                Body=payload, 
                InferenceId=str(i),  # unique ID per row 
            ) 
            i += 1 
            response["Body"].read() 
            time.sleep(1) 
            if terminate_event.is_set(): 
                break

# Keep invoking the endpoint with test data
invoke_endpoint_thread = WorkerThread(do_run=invoke_endpoint)
invoke_endpoint_thread.start()

Você deve fazer o upload dos dados do Ground Truth em um bucket do Amazon S3 que tenha o 
mesmo formato de caminho dos dados capturados, que tem o seguinte formato: s3://<bucket>/
<prefix>/yyyy/mm/dd/hh

Note

A data nesse caminho é a data em que o rótulo de veracidade é coletado. Não precisa 
corresponder à data em que a inferência foi gerada.

P: Como os clientes podem personalizar as programações de monitoramento?

Além de usar os mecanismos de monitoramento integrados, é possível criar suas próprias 
programações e procedimentos de monitoramento personalizados usando scripts de pré-
processamento e pós-processamento ou usando ou criando seu próprio contêiner. É importante 
observar que os scripts de pré-processamento e pós-processamento só funcionam com trabalhos de 
qualidade de dados e modelos.
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A Amazon SageMaker oferece a capacidade de monitorar e avaliar os dados observados pelos 
endpoints do modelo. Para isso, você precisa criar uma linha de base com a qual compare o tráfego 
em tempo real. Depois que uma linha de base estiver pronta, configure uma programação para 
avaliar e comparar continuamente com a linha de base. Ao criar uma programação, você pode 
fornecer o script de pré-processamento e pós-processamento.

O exemplo a seguir mostra como personalizar as programações de monitoramento com scripts de 
pré-processamento e pós-processamento.

import boto3, osfrom sagemaker import get_execution_role, Sessionfrom 
 sagemaker.model_monitor import CronExpressionGenerator, DefaultModelMonitor
# Upload pre and postprocessor scripts
session = Session()
bucket = boto3.Session().resource("s3").Bucket(session.default_bucket())
prefix = "demo-sagemaker-model-monitor"
pre_processor_script = bucket.Object(os.path.join(prefix, 
 "preprocessor.py")).upload_file("preprocessor.py")
post_processor_script = bucket.Object(os.path.join(prefix, 
 "postprocessor.py")).upload_file("postprocessor.py")
# Get execution role
role = get_execution_role() # can be an empty string
# Instance type
instance_type = "instance-type"
# instance_type = "ml.m5.xlarge" # Example
# Create a monitoring schedule with pre and post-processing
my_default_monitor = DefaultModelMonitor( 
    role=role, 
    instance_count=1, 
    instance_type=instance_type, 
    volume_size_in_gb=20, 
    max_runtime_in_seconds=3600,
)

s3_report_path = "s3://{}/{}".format(bucket, "reports")
monitor_schedule_name = "monitor-schedule-name"
endpoint_name = "endpoint-name"
my_default_monitor.create_monitoring_schedule( 
    post_analytics_processor_script=post_processor_script, 
    record_preprocessor_script=pre_processor_script, 
    monitor_schedule_name=monitor_schedule_name, 
    # use endpoint_input for real-time endpoint 
    endpoint_input=endpoint_name, 
    # or use batch_transform_input for batch transform jobs
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# batch_transform_input=batch_transform_name, 
    output_s3_uri=s3_report_path, 
    statistics=my_default_monitor.baseline_statistics(), 
    constraints=my_default_monitor.suggested_constraints(), 
    schedule_cron_expression=CronExpressionGenerator.hourly(), 
    enable_cloudwatch_metrics=True,
)

P: Quais são alguns dos cenários ou casos de uso em que posso aproveitar um script de pré-
processamento?

É possível usar scripts de pré-processamento quando precisar transformar as entradas do seu 
monitor do modelo. Considere os seguintes cenários de exemplo:

1. Script de pré-processamento para transformação de dados.

Suponha que a saída do seu modelo seja uma matriz: [1.0, 2.1]. O contêiner do 
Model Monitor funciona apenas com estruturas tabulares ou de JSON simples, como
{“prediction0”: 1.0, “prediction1” : 2.1}. Você pode usar um script de pré-
processamento como o seguinte exemplo para transformar a matriz na estrutura JSON correta.

def preprocess_handler(inference_record): 
    input_data = inference_record.endpoint_input.data 
    output_data = inference_record.endpoint_output.data.rstrip("\n") 
    data = output_data + "," + input_data 
    return { str(i).zfill(20) : d for i, d in enumerate(data.split(",")) }

2. Exclua determinados registros dos cálculos de métrica do Model Monitor.

Suponha que seu modelo tenha atributos opcionais e você use -1 para indicar que o atributo 
opcional tem um valor ausente. Se você tiver um monitor de qualidade de dados, talvez queira 
remover o -1 da matriz de valores de entrada para que não seja incluído nos cálculos métricos do 
monitor. Você pode usar um script como o seguinte para remover esses valores.

def preprocess_handler(inference_record): 
    input_data = inference_record.endpoint_input.data 
    return {i : None if x == -1 else x for i, x in enumerate(input_data.split(","))}

3. Aplique uma estratégia de amostragem personalizada.
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Você também pode aplicar uma estratégia de amostragem personalizada em seu script de pré-
processamento. Para fazer isso, configure o contêiner pré-criado original do Model Monitor para 
ignorar uma porcentagem dos registros de acordo com a taxa de amostragem especificada. No 
exemplo a seguir, o manipulador coleta amostras de 10% dos registros retornando o registro em 
10% das chamadas do manipulador e, caso contrário, uma lista vazia.

import random

def preprocess_handler(inference_record): 
    # we set up a sampling rate of 0.1 
    if random.random() > 0.1: 
        # return an empty list 
        return [] 
    input_data = inference_record.endpoint_input.data 
    return {i : None if x == -1 else x for i, x in enumerate(input_data.split(","))}

4. Use o registro personalizado.

Você pode registrar todas as informações necessárias do seu script na Amazon CloudWatch. Isso 
pode ser útil ao depurar seu script de pré-processamento em caso de erro. O exemplo a seguir 
mostra como você pode usar a preprocess_handler interface para fazer login CloudWatch.

def preprocess_handler(inference_record, logger): 
    logger.info(f"I'm a processing record: {inference_record}") 
    logger.debug(f"I'm debugging a processing record: {inference_record}") 
    logger.warning(f"I'm processing record with missing value: {inference_record}") 
    logger.error(f"I'm a processing record with bad value: {inference_record}") 
    return inference_record

Note

Quando o script de pré-processamento é executado em dados de transformação de lotes, 
o tipo de entrada nem sempre é o objeto CapturedData. Para dados CSV, o tipo é uma 
string. Para dados JSON, o tipo é um dicionário Python.

P: Quando posso aproveitar um script de pós-processamento?
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Você pode aproveitar um script de pós-processamento como uma extensão após uma execução 
de monitoramento bem-sucedida. Veja a seguir um exemplo simples, mas você pode executar ou 
chamar qualquer função comercial que precise ser realizada após uma execução bem-sucedida de 
monitoramento.

def postprocess_handler():  
    print("Hello from the post-processing script!")

P: Quando devo considerar trazer meu próprio contêiner para o monitoramento de modelos?

SageMaker fornece um contêiner pré-construído para analisar dados capturados de endpoints ou 
trabalhos de transformação em lote para conjuntos de dados tabulares. No entanto, há cenários em 
que talvez você queira criar seu próprio contêiner. Considere os seguintes cenários:

• Você tem requisitos regulatórios e de conformidade para usar somente os contêineres criados e 
mantidos internamente em sua organização.

• Se quiser incluir algumas bibliotecas de terceiros, você pode colocar um requirements.txt
arquivo em um diretório local e referenciá-lo usando o source_dir parâmetro no SageMaker 
estimador, que permite a instalação da biblioteca em tempo de execução. No entanto, se você tiver 
muitas bibliotecas ou dependências que aumentam o tempo de instalação durante a execução do 
trabalho de treinamento, talvez queira aproveitar o BYOC.

• Seu ambiente não força a conectividade com a Internet (ou Silo), o que impede o download do 
pacote.

• Monitore os dados que estão em formatos de dados que não sejam tabulares, como casos de uso 
de PNL ou CV.

• Quando você precisa de métricas de monitoramento adicionais além das suportadas pelo Model 
Monitor.

P: Tenho modelos de PNL e CV. Como faço para monitorá-los em busca de desvios de dados?

O contêiner pré-construído SageMaker da Amazon oferece suporte a conjuntos de dados tabulares. 
Se quiser monitorar modelos de PNL e CV, você pode trazer seu próprio contêiner aproveitando os 
pontos de extensão fornecidos pelo Model Monitor. Para obter mais detalhes sobre os requisitos, 
consulte Traga seus próprios contêineres. Veja a seguir mais exemplos:

• Para obter uma explicação detalhada de como usar o Model Monitor para um caso de uso de visão 
computacional, consulte Detectar e analisar previsões incorretas.
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• Para um cenário em que o Model Monitor pode ser usado para um caso de uso de PNL, consulte
Detectar desvios de dados de PNL usando o Amazon Model Monitor personalizado. SageMaker

P: Quero excluir o endpoint do modelo para o qual o Model Monitor foi habilitado, mas não consigo 
fazer isso porque a programação de monitoramento ainda está ativa. O que devo fazer?

Se você quiser excluir um endpoint de inferência hospedado no SageMaker qual o Model Monitor 
esteja ativado, primeiro você deve excluir o cronograma de monitoramento do modelo (com a
DeleteMonitoringScheduleCLI ou a API). Em seguida, exclua o endpoint.

P: O SageMaker Model Monitor calcula métricas e estatísticas para entrada?

O Model Monitor calcula métricas e estatísticas para a saída, não para a entrada.

P: O SageMaker Model Monitor oferece suporte a endpoints multimodelo?

Não, o Model Monitor é compatível apenas com endpoints que hospedam um modelo único e não é 
compatível com o monitoramento de endpoints de vários modelos.

P: O SageMaker Model Monitor fornece dados de monitoramento sobre contêineres individuais em 
um pipeline de inferência?

O Model Monitor não é compatível com o monitoramento de pipelines de inferência, mas a captura e 
a análise de dados é feita para todo o pipeline, e não para contêineres individuais no pipeline.

P: O que posso fazer para evitar o impacto nas solicitações de inferência quando a captura de dados 
é configurada?

Para evitar o impacto nas solicitações de inferência, a Captura de dados interrompe a captura de 
solicitações em altos níveis de uso do disco. É recomendável que você mantenha a utilização do 
disco abaixo de 75% para garantir que a captura de dados continue capturando as solicitações.

P: A captura de dados do Amazon S3 pode estar em uma região AWS diferente da região em que a 
programação de monitoramento foi configurada?

Não, a captura de dados do Amazon S3 deve estar na mesma região que a programação de 
monitoramento.

P: O que é uma linha de base e como faço para criar uma? Posso criar uma linha de base 
personalizada?
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Uma linha de base é usada como referência para comparar previsões em tempo real ou em 
lote do modelo. Ela calcula estatísticas e métricas junto com as restrições sobre elas. Durante o 
monitoramento, tudo isso é usado em conjunto para identificar violações.

Para usar a solução padrão do Amazon SageMaker Model Monitor, você pode aproveitar 
o Amazon SageMaker Python SDK. Especificamente, use o método suggest_baseline da
ModelQualityMonitorclasse ModelMonitoror para acionar um trabalho de processamento que calcula 
as métricas e as restrições da linha de base.

O resultado de um trabalho de linha de base são dois arquivos: statistics.json e
constraints.json. O esquema para estatísticas e o esquema para restrições contêm o esquema 
dos respectivos arquivos. Recomendamos que você revise as restrições geradas e as modifique 
antes de usá-las para monitoramento. Com base na sua compreensão do problema empresarial e 
do domínio, você pode tornar uma restrição mais agressiva ou relaxá-la para controlar o número e a 
natureza das violações.

P: Quais são as diretrizes para criar um conjunto de dados de linha de base?

O principal requisito para qualquer tipo de monitoramento é ter um conjunto de dados de linha 
de base usado para calcular métricas e restrições. Normalmente, esse é o conjunto de dados de 
treinamento usado pelo modelo, mas em alguns casos você pode optar por usar outro conjunto de 
dados de referência.

Os nomes das colunas do conjunto de dados de linha de base devem ser compatíveis com o Spark. 
Para manter a máxima compatibilidade entre o Spark, CSV, JSON e parquet, é recomendável usar 
somente letras minúsculas e usar apenas _ como separador. A inclusão de caracteres especiais, 
como “ ”, pode causar problemas.

P: Quais são os parâmetros StartTimeOffset e EndTimeOffset e quando eles são usados?

Quando o Amazon SageMaker Ground Truth é necessário para monitorar trabalhos como a 
qualidade do modelo, você precisa garantir que um trabalho de monitoramento use apenas 
dados para os quais o Ground Truth está disponível. Os end_time_offset parâmetros
start_time_offset e de EndpointInputpodem ser usados para selecionar os dados que a tarefa 
de monitoramento usa. O trabalho de monitoramento usa os dados na janela de tempo definida por
start_time_offset e end_time_offset. Esses parâmetros precisam ser especificados no
formato de duração ISO 8601. Veja os seguintes exemplos:
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• Se os resultados do Ground Truth chegarem 3 dias após as previsões terem sido feitas, defina
start_time_offset="-P3D" e end_time_offset="-P1D", que correspondem a 3 dias e 1 
dia, respectivamente.

• Se os resultados do Ground Truth chegarem 6 horas após as previsões e você tiver uma 
programação horária, defina start_time_offset="-PT6H" e end_time_offset="-PT1H", 
que correspondem a 6 horas e 1 hora.

P: Posso executar trabalhos de monitoramento “sob demanda”?

Sim, você pode executar trabalhos de monitoramento “sob demanda” executando um trabalho 
de SageMaker processamento. Para o Batch Transform, o SageMaker Pipelines tem um
MonitorBatchTransformStepque você pode usar para criar um SageMaker pipeline que executa 
trabalhos de monitoramento sob demanda. O repositório de SageMaker exemplos tem exemplos de 
código para executar trabalhos de monitoramento da qualidade dos dados e da qualidade do modelo
sob demanda.

P: Como configurar o Model Monitor?

Você pode configurar o Model Monitor das seguintes maneiras:

• Amazon SageMaker Python SDK — Há um módulo Model Monitor que contém classes e funções 
que ajudam a sugerir linhas de base, criar cronogramas de monitoramento e muito mais. Veja os
exemplos de notebooks Amazon SageMaker Model Monitor para ver os notebooks detalhados que 
utilizam o SageMaker Python SDK para configurar o Model Monitor.

• SageMaker Pipelines — Os SageMaker pipelines são integrados ao Model Monitor por meio do
QualityCheck Step e ClarifyCheckStepdas APIs. Você pode criar um SageMaker pipeline que 
contenha essas etapas e que possa ser usado para executar trabalhos de monitoramento sob 
demanda sempre que o pipeline for executado.

• Amazon SageMaker Studio Classic — Você pode criar um cronograma de monitoramento da 
qualidade de dados ou modelos junto com cronogramas de viés e explicabilidade do modelo 
diretamente da interface do usuário, selecionando um endpoint na lista de endpoints de 
modelo implantados. As Programações para outros tipos de monitoramento podem ser criados 
selecionando a guia relevante na interface do usuário.

• SageMaker Painel do modelo — Você pode ativar o monitoramento em endpoints selecionando 
um modelo que foi implantado em um endpoint. Na captura de tela a seguir do SageMaker 
console, um modelo chamado group1 foi selecionado na seção Modelos do painel Modelo. Nessa 
página, você pode criar uma programação de monitoramento e editar, ativar ou desativar as 
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programações e alertas de monitoramento existentes. Para obter um guia passo a passo sobre 
como visualizar alertas e programações de monitores de modelos, consulte Exibir programações e 
alertas do Model Monitor.

P: Como o Model Monitor se integra ao SageMaker Model Dashboard

SageMaker O Model Dashboard oferece monitoramento unificado em todos os seus modelos, 
fornecendo alertas automatizados sobre desvios do comportamento esperado e solução de 
problemas para inspecionar modelos e analisar fatores que afetam o desempenho do modelo ao 
longo do tempo.
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Avalie, explique e detecte viés nos modelos

A Amazon SageMaker oferece recursos para melhorar seus modelos de aprendizado de máquina 
(ML) detectando possíveis distorções e ajudando a explicar as previsões que os modelos fazem. Ele 
ajuda a identificar vários tipos de viés nos dados de pré-treinamento e pós-treinamento que podem 
surgir durante o treinamento do modelo ou quando o modelo está em produção. Você também pode 
avaliar um modelo de linguagem para métricas de qualidade e responsabilidade do modelo usando 
avaliações do modelo básico.

Os tópicos a seguir fornecem informações sobre como avaliar, explicar e detectar preconceitos com 
a Amazon SageMaker.

Tópicos

• Use o SageMaker Clarify para avaliar modelos de fundação

• Use SageMaker Clarify para explicar e detectar preconceitos

• Use a explicabilidade do SageMaker Clarify com o piloto automático SageMaker

Use o SageMaker Clarify para avaliar modelos de fundação

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.

Important

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade 
para a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior 
do Amazon SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O 
recurso de avaliação da fundação só pode ser usado na experiência atualizada. Para obter 
informações sobre como atualizar o Studio, consulteMigração do Amazon SageMaker 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, 
consulteAmazon SageMaker Studio Clássico.
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SageMaker A Clarify oferece o Foundation Model Evaluations (FMEval) como um único local para 
avaliar e comparar a qualidade do modelo e as métricas de responsabilidade para qualquer modelo 
de linguagem ampla (LLM). Use o FMEval para avaliar modelos de linguagem pré-treinados e 
ajustados, classificadores de texto e muito mais. Um modelo básico serve como ponto de partida, 
a partir do qual você pode desenvolver aplicativos downstream de processamento de linguagem 
natural (NLP). O FMEval fornece conectores para modelos de base pré-treinados baseados em texto 
do Amazon Bedrock. SageMaker JumpStart

O que são avaliações do modelo básico?

O FMEval pode ajudá-lo a quantificar os riscos do modelo, como conteúdo impreciso, tóxico ou 
tendencioso. Avaliar seu LLM ajuda você a cumprir as diretrizes internacionais sobre IA generativa 
responsável, como o Padrão de Sistema de Gerenciamento de IA ISO 42001 e a Estrutura de 
Gerenciamento de Riscos de IA do NIST.

Você pode avaliar seu modelo usando algoritmos para pontuar automaticamente as respostas do 
modelo. A avaliação automática usa métricas baseadas em benchmarks para medir respostas 
tóxicas, prejudiciais ou ruins aos seus clientes. As respostas do modelo são pontuadas usando 
conjuntos de dados integrados que são específicos para uma tarefa. Você também pode trazer 
seu próprio conjunto de dados personalizado para avaliar seu modelo. Você pode executar uma 
avaliação automática usando uma interface de usuário ou usando a fmeval biblioteca em seu 
próprio código, que pode ser personalizada para seu caso de uso. O FMeval gera um relatório com 
visualizações e exemplos. Se você usar um modelo que não esteja disponível SageMaker JumpStart 
publicamente, deverá usar a fmeval biblioteca para executar uma avaliação automática. Para 
obter uma lista de SageMaker JumpStart modelos, consulteExplore os modelos de fundação mais 
recentes.

Você também pode empregar trabalhadores humanos para avaliar manualmente as respostas do 
modelo em relação a dimensões mais subjetivas, como utilidade ou estilo. A avaliação humana é 
configurada por meio de uma interface de usuário para ajudá-lo a definir os critérios que os humanos 
usarão para avaliar as respostas. O modelo de configuração contido na interface do usuário também 
pode ajudá-lo a documentar as instruções de avaliação de um trabalho de avaliação e notificar sua 
força de trabalho sobre o trabalho.

Uma avaliação do modelo básico pode avaliar LLMs que geram respostas para as seguintes tarefas:

• Geração aberta — A produção de respostas humanas naturais ao texto que não tem uma estrutura 
predefinida.
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• Resumo de texto — A geração de um resumo conciso e condensado, mantendo o significado e as 
principais informações contidas em um texto maior.

• Resposta a perguntas — A geração de uma resposta relevante e precisa a uma solicitação.

• Classificação — atribuir uma categoria, como um rótulo ou uma pontuação ao texto, com base em 
seu conteúdo.

Cada uma dessas tarefas tem métricas específicas associadas que você pode usar para avaliar seu 
modelo.

Comece com as avaliações de modelos

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.

Important

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade 
para a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior 
do Amazon SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O 
recurso de avaliação da fundação só pode ser usado na experiência atualizada. Para obter 
informações sobre como atualizar o Studio, consulteMigração do Amazon SageMaker 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, 
consulteAmazon SageMaker Studio Clássico.

Um modelo de linguagem grande (LLM) é um modelo de aprendizado de máquina que pode analisar 
e gerar texto em linguagem natural. Se você quiser avaliar um LLM, SageMaker fornece as três 
opções a seguir que você pode escolher:

• Configure avaliações manuais para uma força de trabalho humana usando uma interface de 
usuário.

• Avalie seu modelo com um algoritmo usando uma interface de usuário.

• Avalie automaticamente seu modelo com um fluxo de trabalho personalizado usando a fmeval
biblioteca.

Comece com as avaliações de modelos 5460



Amazon SageMaker Guia do Desenvolvedor

Você pode usar um algoritmo para avaliar automaticamente seu modelo básico ou solicitar uma 
equipe de trabalho humana.

As equipes de trabalho humano podem avaliar e comparar até dois modelos simultaneamente 
usando métricas que indicam preferência por uma resposta em relação a outra. O fluxo de trabalho, 
as métricas e as instruções para uma avaliação humana podem ser personalizados para se adequar 
a um caso de uso específico. Os humanos também podem fornecer uma avaliação mais refinada do 
que uma avaliação algorítmica.

Você também pode usar um algoritmo para avaliar seu LLM usando benchmarks para pontuar 
rapidamente as respostas do seu modelo na interface de avaliação. A interface do usuário fornece 
um fluxo de trabalho guiado para avaliar as respostas de um SageMaker JumpStart modelo usando 
métricas predefinidas. Essas métricas são específicas para tarefas generativas de IA. Esse fluxo 
guiado usa conjuntos de dados integrados ou personalizados para avaliar seu LLM.

Você pode usar um notebook para criar um fluxo de trabalho mais personalizado usando avaliações 
automáticas do que o que está disponível na interface do usuário. Usando o Python código e a
fmeval biblioteca, você pode avaliar qualquer LLM baseado em texto, incluindo modelos que foram 
criados fora do. SageMaker JumpStart

Os tópicos a seguir fornecem uma visão geral das avaliações do modelo básico, um resumo dos 
fluxos de trabalho automáticos e humanos do Foundation Model Evaluation (FMEval), como executá-
los e como visualizar um relatório de análise de seus resultados. O tópico de avaliação automática 
mostra como configurar e executar uma avaliação inicial e uma avaliação personalizada.

Tópicos

• Visão geral da avaliação do modelo básico

• Resumo da avaliação do modelo da Fundação

• Use uma avaliação humana

• Use uma avaliação automática

Visão geral da avaliação do modelo básico

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.
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Important

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade 
para a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior 
do Amazon SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O 
recurso de avaliação da fundação só pode ser usado na experiência atualizada. Para obter 
informações sobre como atualizar o Studio, consulteMigração do Amazon SageMaker 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, 
consulteAmazon SageMaker Studio Clássico.

Tipos de tarefas de avaliação do modelo básico

Os modelos de base são avaliados com base na tarefa para a qual estão gerando respostas. As 
tarefas a seguir têm diferentes dimensões de avaliação em relação às quais são pontuadas. A 
seguir, uma visão geral dos tipos de tarefas, dimensões de avaliação, métricas e conjuntos de dados 
integrados que estão disponíveis para avaliar os modelos básicos:

Geração aberta

A geração de texto aberto é uma tarefa de modelo básico que gera respostas em linguagem natural 
para solicitações que não têm uma estrutura predefinida, como consultas de uso geral a um chatbot. 
Para geração de texto aberto, o Foundation Model Evaluations (FMEval) pode avaliar seu modelo de 
acordo com as seguintes dimensões.

• Conhecimento factual — avalia o quão bem seu modelo codifica o conhecimento factual. O 
FMEval pode medir seu modelo em relação ao seu próprio conjunto de dados personalizado ou 
usar um conjunto de dados integrado com base no conjunto de dados de código aberto. TREX

• Robustez semântica — avalia o quanto a saída do modelo muda como resultado de pequenas 
mudanças na entrada que preservam a semântica. O FMEval mede como a saída do modelo 
muda como resultado de erros de digitação no teclado, alterações aleatórias em maiúsculas e 
adições ou exclusões aleatórias de espaços em branco.

• Estereotipagem imediata — mede a probabilidade de seu modelo codificar vieses em sua 
resposta. Esses preconceitos incluem raça, gênero, orientação sexual, religião, idade, 
nacionalidade, deficiência, aparência física e status socioeconômico. O FMEval pode medir as 
respostas do seu modelo em relação ao seu próprio conjunto de dados personalizado ou usar um 
conjunto de dados integrado com base no conjunto de dados de desafio de CrowS-Pairscódigo 
aberto.
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• Toxicidade — Avalia o texto usando modelos de detecção de toxicidade. O FMeval verifica 
seu modelo em busca de referências sexuais, comentários rudes, irracionais, odiosos ou 
agressivos, palavrões, insultos, flertes, ataques a identidades e ameaças. O FMEval pode 
medir seu modelo em relação ao seu próprio conjunto de dados personalizado ou usar 
conjuntos de dados integrados com base nos conjuntos de dados RealToxicityPrompts, e. 
RealToxicityPromptsChallenging BOLD

RealToxicityPromptsChallengingé um subconjunto usado para testar os limites de um modelo de 
linguagem grande (LLM). RealToxicityPrompts Ele também identifica áreas em que os LLMs são 
vulneráveis à geração de texto tóxico.

Você pode avaliar seu modelo com os seguintes detectores de toxicidade:

• UnitaryAI Detoxify-unbiased— Um classificador de texto com vários rótulos treinado em e. Toxic 
Comment Classification ChallengeJigsaw Unintended Bias in Toxicity Classification O modelo 
fornece 7 pontuações para as seguintes classes: toxicidade, toxicidade grave, obscenidade, 
ameaça, insulto, explicidade sexual e ataque de identidade.

• Toxigen-roberta— Um classificador de texto RoBERTa baseado em binário ajustado com 
precisão no conjunto de dados. ToxiGen O ToxiGen conjunto de dados contém frases com 
toxicidade sutil e implícita relacionadas a grupos minoritários.

Sumarização de texto

O resumo de texto é usado para tarefas, como criar resumos de notícias, documentos jurídicos, 
trabalhos acadêmicos, visualizações de conteúdo e curadoria de conteúdo. O seguinte pode 
influenciar a qualidade das respostas: ambigüidade, coerência, viés, fluência do texto usado 
para treinar o modelo básico e perda de informações, precisão, relevância ou incompatibilidade 
de contexto. O FMEval pode avaliar seu modelo em relação ao seu próprio conjunto de dados 
personalizado ou usar conjuntos de dados integrados com base nos conjuntos de dados Government 
Report Dataset, e. GigawordXSUM Para resumir o texto, o FMEval pode avaliar seu modelo para o 
seguinte:

• Precisão — Uma pontuação numérica que indica a semelhança do resumo com um resumo de 
referência que é aceito como padrão-ouro. Uma pontuação numérica alta indica que o resumo é 
de alta qualidade. Uma pontuação numérica baixa indica um resumo ruim. As métricas a seguir 
são usadas para avaliar a precisão de um resumo:

• ROUGE-N— Calcula as N-gram sobreposições entre a referência e o resumo do modelo.
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• Meteor— Calcula a sobreposição de palavras entre a referência e o resumo do modelo, além de 
contabilizar a reformulação.

• BERTScore— Calcula e compara a incorporação de frases para o resumo e a referência. O 
FMeval usa os deberta-xlarge-mnli modelos roberta-large-mnliou microsoft/ para calcular as 
incorporações.

• Toxicidade — Pontuações para resumos gerados que são calculados usando um modelo de 
detector de toxicidade. Para obter informações adicionais, consulte a seção Toxicidade na seção 
anterior para a tarefa de geração aberta para obter detalhes.

• Robustez semântica — Uma medida de quanto a qualidade do resumo do texto do seu modelo 
muda como resultado de pequenas mudanças na entrada que preservam a semântica. Exemplos 
dessas alterações incluem erros de digitação no teclado, conversão imprecisa de números em 
palavras, alterações aleatórias em maiúsculas e adições ou exclusões aleatórias de espaços em 
branco. A robustez semântica usa a diferença absoluta de precisão entre um resumo de texto que 
não é perturbado e outro que está perturbado. O algoritmo de precisão usa as BERTScoremétricas
ROUGE-NMeteor,, e, conforme detalhado anteriormente nesta seção.

Respostas a perguntas

A resposta a perguntas é usada para tarefas como gerar respostas automáticas de suporte técnico, 
recuperação de informações e e-learning. O FMEval pode avaliar seu modelo em relação ao seu 
próprio conjunto de dados personalizado ou usar conjuntos de dados integrados com base nos 
conjuntos de dados BoolQ, e. TriviaQANatural Questions Para responder perguntas, o FMEval pode 
avaliar seu modelo para o seguinte:

• Precisão — Uma pontuação média comparando a resposta gerada com os pares de perguntas 
e respostas fornecidos nas referências. A média da pontuação é calculada a partir dos seguintes 
métodos:

• Correspondência exata — Uma pontuação binária de 1 é atribuída a uma correspondência exata 
e de 0 outra forma.

• Correspondência quase exata — Uma pontuação binária de 1 é atribuída a uma 
correspondência com artigos gramaticais (como o, a e) após a pontuação ter sido removida.

• F1 sobre palavras — A pontuação F1, ou média harmônica de precisão e recordação entre 
a resposta normalizada e a referência. A pontuação F1 é igual a duas vezes a precisão 
multiplicada pelo recall dividido pela soma da precisão (P) e recall (R), ou F1 = (2*P*R)/(P + R).
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No cálculo anterior, a precisão é definida como o número de verdadeiros positivos (TP) dividido 
pela soma dos verdadeiros positivos e falsos positivos (FP), ou P = (TP)/(TP+FP).

O recall é definido como o número de verdadeiros positivos dividido pela soma de verdadeiros 
positivos e falsos negativos (FN), ou R = (TP)/(TP+FN).

Uma pontuação mais alta em F1 sobre palavras indica respostas de maior qualidade.

• Robustez semântica — Uma medida de quanto a qualidade do resumo do texto do seu modelo 
muda como resultado de pequenas mudanças na entrada que preservam a semântica. Exemplos 
dessas alterações incluem erros de digitação no teclado, conversão imprecisa de números em 
palavras, alterações aleatórias em maiúsculas e adições ou exclusões aleatórias de espaços em 
branco. A robustez semântica usa a diferença absoluta de precisão entre um resumo de texto 
que não é perturbado e outro que está perturbado. A precisão é medida usando correspondência 
exata, correspondência quase exata e F1 sobre palavras, conforme descrito anteriormente.

• Toxicidade — As pontuações avaliam as respostas geradas usando um modelo de detector de 
toxicidade. Para obter informações adicionais, consulte a seção Toxicidade na seção anterior para 
a tarefa de geração aberta para obter detalhes.

Classificação

A classificação é usada para categorizar o texto em categorias predefinidas. As aplicações que 
usam classificação de texto incluem recomendação de conteúdo, detecção de spam, identificação 
de idioma e análise de tendências em mídias sociais. Dados desequilibrados, ambíguos e ruidosos, 
viés na rotulagem são alguns problemas que podem causar erros na classificação. O FMEval avalia 
seu modelo em relação a um conjunto de dados integrado com base no conjunto de dados e/ou em 
relação aos seus próprios Women’s ECommerce Clothing Reviewsconjuntos de dados imediatos 
para o seguinte.

• Precisão — Uma pontuação que compara a classe prevista com seu rótulo. A precisão é medida 
usando as seguintes métricas:

• Precisão da classificação — Uma pontuação binária para determinar 1 se o rótulo previsto é 
igual ao rótulo verdadeiro ou não. 0

• Precisão — A proporção entre os verdadeiros positivos e todos os positivos, calculada em todo 
o conjunto de dados. A precisão é uma medida apropriada quando a redução de falsos positivos 
é importante. A pontuação de cada ponto de dados pode ser agregada usando os seguintes 
valores para o multiclass_average_strategy parâmetro:
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• micro(padrão) — A soma dos valores positivos verdadeiros em todas as classes dividida pela 
soma de todos os positivos em todas as classes. Esse tipo de agregação fornece uma medida 
da precisão preditiva positiva geral do seu modelo. Ele faz isso usando pesos iguais para cada 
resposta, independentemente de sua classe. Por exemplo, essa agregação pode avaliar a 
capacidade do seu modelo de prever um diagnóstico correto para cada paciente.

• macro— A soma dos valores de precisão calculados para cada classe dividida pelo número 
de classes. Esse tipo de agregação fornece uma medida da precisão preditiva positiva geral 
do seu modelo, o que dá peso igual a cada classe. Por exemplo, essa agregação pode avaliar 
a capacidade do seu modelo de prever uma doença correta usando dados de um grande 
número de pacientes.

• samples(somente classificação multiclasse) — A razão entre a soma dos verdadeiros 
positivos de todas as amostras e a soma dos verdadeiros positivos e falsos positivos de 
todas as amostras. Para classificação multiclasse, uma amostra consiste em um conjunto 
de respostas previstas para cada classe. Esse tipo de agregação fornece uma medida 
granular da precisão de cada amostra para problemas de várias classes. Por exemplo, como 
a agregação por amostras trata cada amostra igualmente, essa agregação pode avaliar a 
capacidade do seu modelo de prever um diagnóstico correto para um paciente com uma 
doença rara e destacar falsos positivos.

• weighted— O peso de uma classe multiplicado pela precisão da mesma classe, somado em 
todas as classes. Esse tipo de agregação fornece uma medida da precisão geral enquanto 
acomoda valores de importância variáveis entre as classes. Por exemplo, essa agregação 
pode avaliar a capacidade do seu modelo de prever um diagnóstico correto para um paciente 
e dar maior peso às doenças que ameaçam a vida.

• binary— A precisão calculada para a classe especificada pelo valorpos_label. Esse tipo 
de agregação ignora a classe não especificada e fornece a precisão preditiva geral para uma 
única classe. Por exemplo, essa agregação pode avaliar a capacidade do seu modelo de 
detectar alterações de uma doença rara ao longo do tempo.

• none— A precisão calculada para cada classe. A precisão específica da classe pode ajudá-
lo a se concentrar no valor preditivo positivo de cada classe. Por exemplo, essa agregação 
pode ajudá-lo a decidir quais condições médicas seu modelo é capaz de prever bem e quais 
condições podem exigir um foco adicional.

• Lembre-se — a proporção de verdadeiros positivos com a soma de verdadeiros positivos e 
falsos negativos, calculada em todo o conjunto de dados. O recall é uma medida apropriada 
quando a redução de falsos negativos é importante. As pontuações de cada ponto de dados 
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podem ser agregadas usando os seguintes valores para o multiclass_average_strategy
parâmetro.

• micro(padrão) — A soma dos verdadeiros positivos dividida pela soma dos verdadeiros 
positivos e falsos negativos para todas as classes. Esse tipo de agregação fornece uma 
medida da precisão preditiva geral do seu modelo, considerando todas as classes igualmente. 
Por exemplo, essa agregação pode avaliar a capacidade do seu modelo de classificar 
corretamente pacientes com qualquer doença, incluindo doenças raras, porque dá peso igual 
a todas as classes.

• macro— A soma dos valores de recall calculados para cada classe dividida pelo número de 
classes. Esse tipo de agregação fornece uma medida da precisão preditiva do seu modelo 
para cada classe, com peso igual para cada classe. Por exemplo, essa agregação pode 
avaliar a capacidade do seu modelo de prever todas as doenças, independentemente da 
prevalência ou raridade de cada condição.

• samples(somente classificação multiclasse) — A razão entre a soma dos verdadeiros 
positivos em todas as amostras e a soma dos verdadeiros positivos e falsos negativos de 
todas as amostras. Para classificação multiclasse, uma amostra consiste em um conjunto de 
respostas previstas para cada classe. Esse tipo de agregação fornece uma medida granular 
do recall de cada amostra para problemas de várias classes. Por exemplo, como a agregação 
por amostras trata cada amostra igualmente, essa agregação pode avaliar a capacidade do 
seu modelo de prever um diagnóstico correto para um paciente com uma doença rara e, ao 
mesmo tempo, minimizar os falsos negativos.

• weighted— O peso de uma classe multiplicado pelo recall da mesma classe, somado em 
todas as classes. Esse tipo de agregação fornece uma medida do recall geral, ao mesmo 
tempo em que acomoda diferentes importâncias entre as classes. Por exemplo, essa 
agregação pode avaliar a capacidade do seu modelo de prever um diagnóstico correto para 
um paciente e dar maior peso às doenças que ameaçam a vida.

• binary— O recall calculado para a classe especificada pelo valorpos_label. Esse tipo de 
agregação ignora a classe não especificada e fornece precisão preditiva geral para uma única 
classe. Por exemplo, essa agregação pode avaliar a capacidade do seu modelo de rastrear 
uma população em busca de uma doença específica altamente contagiosa com risco de vida.

• none— O recall calculado para cada turma. O recall específico da classe pode ajudá-lo 
a resolver os desequilíbrios de classe em seus dados quando a penalidade por erro varia 
significativamente entre as classes. Por exemplo, essa agregação pode avaliar o quão bem 
seu modelo pode identificar todos os pacientes que podem ter uma doença específica.
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• Precisão de classificação balanceada (BCA) — A soma do recall e a taxa negativa verdadeira 
dividida 2 pela classificação binária. A taxa de verdadeiros negativos é o número de verdadeiros 
negativos dividido pela soma dos verdadeiros negativos e falsos positivos. Para classificação 
multiclasse, o BCA é calculado como a soma dos valores de recall para cada classe dividida 
pelo número de classes. O BCA pode ajudar quando a penalidade por prever falsos positivos e 
falsos negativos é alta. Por exemplo, o BCA pode avaliar o quão bem seu modelo pode prever 
uma série de doenças letais altamente contagiosas com tratamentos intrusivos.

• Robustez semântica — avalia o quanto a saída do modelo muda como resultado de pequenas 
mudanças na entrada que preservam a semântica. O FMEval mede a saída do modelo como 
resultado de erros de digitação no teclado, alterações aleatórias em maiúsculas e adições ou 
exclusões aleatórias de espaços em branco. A robustez semântica pontua a diferença absoluta na 
precisão entre um resumo de texto que não é perturbado e outro que está perturbado.

Tipos de avaliações do modelo de fundação

As seções a seguir fornecem detalhes sobre os tipos de avaliações humanas e algorítmicas para seu 
modelo básico.

Avaliações humanas

Para avaliar seu modelo por um ser humano, você deve definir as métricas e os tipos de métricas 
associados. Se quiser avaliar mais de um modelo, você pode usar um mecanismo de avaliação 
comparativo ou individual. Se quiser avaliar um modelo, você deve usar um mecanismo de 
classificação individual. Os seguintes mecanismos de classificação podem ser aplicados a qualquer 
tarefa relacionada a texto:

• Escala Likert (Comparativa) - comparação — Um avaliador humano indicará sua preferência 
entre duas respostas em uma escala Likert de 5 pontos, de acordo com suas instruções. No 
relatório final, os resultados serão mostrados como um histograma de classificações por força 
de preferência em relação a todo o conjunto de dados. Defina os pontos importantes da escala 
de 5 pontos em suas instruções para que seus avaliadores saibam como avaliar as respostas de 
acordo com suas expectativas.

• Botões de escolha (comparativos) — Permite que um avaliador humano indique uma resposta 
preferencial em relação a outra usando botões de rádio, de acordo com suas instruções. Os 
resultados no relatório final serão mostrados como uma porcentagem das respostas que os 
operadores preferiram para cada modelo. Explique seu método de avaliação claramente nas 
instruções.
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• Classificação ordinal (comparativa) — Permite que um avaliador humano classifique suas 
respostas preferidas a uma solicitação em ordem, começando em 1 e de acordo com suas 
instruções. No relatório final, os resultados são exibidos como um histograma das classificações 
dos avaliadores em todo o conjunto de dados. Certifique-se de definir o que 1 significa uma 
classificação de em suas instruções.

• (Individual) Polegar para cima/para baixo — Permite que um avaliador humano classifique cada 
resposta de um modelo como aceitável ou inaceitável de acordo com suas instruções. No relatório 
final, os resultados mostram uma porcentagem do número total de avaliações dos avaliadores 
que receberam uma avaliação positiva para cada modelo. Você pode usar esse método de 
classificação para avaliar um ou mais modelos. Se você usar isso em uma avaliação que contém 
dois modelos, a interface do usuário apresenta à sua equipe de trabalho uma opção positiva ou 
negativa para cada resposta do modelo. O relatório final mostrará os resultados agregados de 
cada modelo individualmente. Defina o que é uma resposta aceitável em suas instruções para sua 
equipe de trabalho.

• Escala Likert (individual) — individual — Permite que um avaliador humano indique com que 
intensidade aprova a resposta do modelo, com base em suas instruções, em uma escala Likert de 
5 pontos. No relatório final, os resultados exibem um histograma das avaliações de 5 pontos dos 
avaliadores em todo o conjunto de dados. Você pode usar esse método de classificação para uma 
avaliação contendo um ou mais modelos. Se você selecionar esse método de classificação em 
uma avaliação que contém mais de um modelo, uma escala Likert de 5 pontos será apresentada 
à sua equipe de trabalho para cada resposta do modelo. O relatório final mostrará os resultados 
agregados de cada modelo individualmente. Defina os pontos importantes na escala de 5 pontos 
em suas instruções para que seus avaliadores saibam como avaliar as respostas de acordo com 
suas expectativas.

Avaliações automáticas

As avaliações automáticas podem aproveitar conjuntos de dados e algoritmos integrados, ou você 
pode trazer seu próprio conjunto de dados de solicitações específicas para seu caso de uso. Os 
conjuntos de dados integrados variam para cada tarefa e estão listados nas seções a seguir. Para 
obter um resumo das tarefas e suas métricas e conjuntos de dados associados, consulte a tabela na 
seção de avaliação resumida do modelo Foundation a seguir.

Resumo da avaliação do modelo da Fundação

A tabela a seguir resume todas as tarefas de avaliação, métricas e conjuntos de dados integrados 
para avaliações humanas e automáticas.
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Tarefa Avaliações 
humanas

Métricas 
humanas

Avaliações 
automáticas

Métricas 
automáticas

Conjuntos 
de dados 
integrados 
automáticos

Geração 
aberta

Fluência, 
coerência 
, toxicidad 
e, precisão, 
consistência, 
relevância, 
definido pelo 
usuário

Taxa de 
preferênc 
ia, Força de 
preferência, 
Classificação 
de preferênc 
ia, Taxa de 
aprovação 
, Força de 
aprovação

Conhecime 
nto factual

TREX

Robustez 
semântica

TREX

BOLD

WikiText

Estereoti 
pagem 
imediata

CrowS-Pairs

Toxicidade RealToxic 
ityPrompts

BOLD

Sumarização 
de texto

Precisão ROUGE-N Governmen 
t Report 
Dataset

METEOR XSUM

BERTScore Gigaword
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Tarefa Avaliações 
humanas

Métricas 
humanas

Avaliações 
automáticas

Métricas 
automáticas

Conjuntos 
de dados 
integrados 
automáticos

Toxicidade XSUM

Governmen 
t Report 
Dataset

Gigaword

Robustez 
semântica

XSUM

Governmen 
t Report 
Dataset

Gigaword

Respostas a 
perguntas

Precisão Correspon 
dência exata

BoolQ

Combinação 
quase exata

NaturalQu 
estions

F1 sobre 
palavras

TriviaQA

Robustez 
semântica

BoolQ

NaturalQu 
estions

TriviaQA

Toxicidade BoolQ
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Tarefa Avaliações 
humanas

Métricas 
humanas

Avaliações 
automáticas

Métricas 
automáticas

Conjuntos 
de dados 
integrados 
automáticos

NaturalQu 
estions

TriviaQA

Classificação 
de texto

Precisão Precisão da 
classificação

Women's 
Ecommerce 
Clothing 
Reviews

Precisão Women's 
Ecommerce 
Clothing 
Reviews

Recall Women's 
Ecommerce 
Clothing 
Reviews

Precisão de 
classificação 
balanceada

Women's 
Ecommerce 
Clothing 
Reviews

Robustez 
semântica

Women's 
Ecommerce 
Clothing 
Reviews

Visão geral da avaliação do modelo básico 5472



Amazon SageMaker Guia do Desenvolvedor

Use uma avaliação humana

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.

Important

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade 
para a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior 
do Amazon SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O 
recurso de avaliação da fundação só pode ser usado na experiência atualizada. Para obter 
informações sobre como atualizar o Studio, consulteMigração do Amazon SageMaker 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, 
consulteAmazon SageMaker Studio Clássico.

Para pedir que uma pessoa avalie seu modelo de linguagem grande (LLM), você deve configurar seu 
ambiente para ter as permissões corretas para executar uma avaliação. Em seguida, você pode usar 
a interface do usuário para guiá-lo pelas etapas do fluxo de trabalho e entrar em contato com sua 
força de trabalho. A avaliação produzirá um relatório de análise quando o processo for concluído. Ele 
também produz um arquivo jsonlines de saída que você pode visualizar enquanto o trabalho está 
em andamento. As seções a seguir mostram como usar a interface do usuário para executar uma 
avaliação humana.

Configure o ambiente

Pré-requisitos

Para executar uma avaliação de modelo na interface do usuário do Amazon SageMaker Studio, 
sua função AWS Identity and Access Management (IAM) e qualquer conjunto de dados de entrada 
devem ter as permissões corretas. Se você não tiver uma função de SageMaker domínio ou IAM, 
siga as etapas do início Integrar-se a partir do console até a Etapa 1. Configurações gerais.

Configurando suas permissões

A seção a seguir mostra como adicionar as permissões necessárias para avaliar seu modelo básico.
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Para definir permissões para seu bucket do Amazon S3

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, entre S3 na barra de pesquisa na parte superior da página.

3. Escolha S3 em Serviços.

4. Escolha Buckets no painel de navegação.

5. Na seção Buckets de uso geral, em Nome, escolha o nome do bucket S3 que você deseja usar 
para armazenar a entrada e a saída do modelo no console. Se você não tiver um bucket S3, 
faça o seguinte.

1. Selecione Criar compartimento para abrir uma nova página Criar compartimento.

2. Na seção Configuração geral, em AWSRegião, selecione a AWS região em que seu modelo 
de fundação está localizado.

3. Nomeie seu bucket do S3 na caixa de entrada em Nome do bucket.

4. Aceite todas as opções padrão.

5. Selecione Criar bucket.

6. Na seção Buckets de uso geral, em Nome, selecione o nome do bucket do S3 que você criou.

6. Escolha a aba Permissões.

7. Role até a seção Compartilhamento de recursos de origem cruzada (CORS) na parte inferior da 
janela. Selecione a opção Editar.

8. Para adicionar permissões ao seu bucket para avaliações da fundação, certifique-se de que o 
código a seguir apareça na caixa de entrada. Você também pode copiar e colar o seguinte na 
caixa de entrada.

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "GET", 
            "PUT", 
            "POST", 
            "DELETE" 
        ], 
        "AllowedOrigins": [ 
            "*" 
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        ], 
        "ExposeHeaders": [ 
            "Access-Control-Allow-Origin" 
        ] 
    }
]

9. Escolha Salvar alterações.

Para adicionar permissões à sua política do IAM

1. Na barra de pesquisa na parte superior da página, digiteIAM.

2. Em Serviços, selecione Identity and Access Management (IAM).

3. Escolha Políticas no painel de navegação.

4. Escolha Criar política. Quando o editor de políticas for aberto, escolha JSON.

5. Escolha Próximo.

6. Certifique-se de que as seguintes permissões apareçam no editor de políticas. Você também 
pode copiar e colar o seguinte no editor de políticas.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
             ], 
                "Resource": "*" 
        }, 
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        { 
                "Effect": "Allow", 
                "Action": [ 
                    "sagemaker:Search", 
                    "sagemaker:CreateProcessingJob", 
                    "sagemaker:DescribeProcessingJob" 
                 ], 
                 "Resource": "*" 
        } 
    ]
}

7. Escolha Próximo.

8. Insira o nome da política na seção Detalhes da política, em Nome da política. Você também 
pode inserir uma descrição opcional. Você pesquisará esse nome de política ao atribuí-la a uma 
função.

9. Escolha Criar política.

Para adicionar permissões à sua função do IAM

1. Selecione Roles (Funções) no painel de navegação. Insira o nome da função que você deseja 
usar.

2. Selecione o nome da função em Nome da função. A janela principal muda para mostrar 
informações sobre sua função.

3. Na seção Políticas de permissões, escolha a seta para baixo ao lado de Adicionar permissões.

4. Nas opções exibidas, escolha Anexar políticas.

5. Na lista de políticas que aparece, procure a política que você criou na Etapa 5. Marque a caixa 
de seleção ao lado do nome da sua política.

6. Escolha a seta para baixo ao lado de Ações.

7. Nas opções exibidas, selecione Anexar.

8. Pesquise o nome da função que você criou. Marque a caixa de seleção ao lado do nome.

9. Escolha Add permissions (Adicionar permissões). Um banner na parte superior da página deve 
indicar que a política foi anexada com sucesso à função.

Comece a usar o Studio

1. Na barra de pesquisa na parte superior da página, digiteSageMaker.
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2. Em Serviços, selecione Amazon SageMaker.

3. Escolha Studio no painel de navegação.

4. Escolha seu domínio na seção Começar, depois de expandir a seta para baixo em Selecionar 
domínio.

5. Escolha seu perfil de usuário na seção Começar depois de expandir a seta para baixo em
Selecionar perfil de usuário.

6. Escolha Open Studio para abrir a página inicial do Studio.

Execute uma avaliação humana

Você pode executar uma avaliação humana em um modelo baseado em texto que você já tenha 
ajustado, SageMaker JumpStart caso esteja disponível para avaliação. Como alternativa, você 
pode começar com um modelo básico baseado em texto na página SageMaker JumpStart inicial do 
Studio, que lista os modelos pré-implantados.

Para lançar SageMaker JumpStart

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Na barra de pesquisa na parte superior da página, digiteSageMaker.

3. Em Serviços, selecione Amazon SageMaker.

4. Escolha Studio no painel de navegação.

5. Escolha seu domínio na seção Começar, depois de expandir a seta para baixo em Selecionar 
domínio.

6. Escolha seu perfil de usuário na seção Começar depois de expandir a seta para baixo em
Selecionar perfil de usuário.

7. Escolha Open Studio para abrir a página inicial do Studio.

8. SageMaker JumpStartEscolha no painel de navegação.

Para configurar um trabalho de avaliação

1. Escolha um modelo baseado em texto SageMaker JumpStart . Você também pode usar a barra 
de pesquisa e o filtro para selecionar os seguintes tipos de tarefas relacionadas a texto.

• Resumo do texto

• Resposta a perguntas (Q&A)
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• Classificação de texto

• Geração aberta

2. Escolha o botão Avaliar.

1. O botão está localizado no canto superior direito da janela principal, à direita de Implantar.

3. Especifique os detalhes do trabalho.

a. Insira o nome da avaliação do seu modelo. Esse nome ajuda você a identificar seu trabalho 
de avaliação de modelo após o envio.

b. Insira uma Descrição para adicionar mais contexto ao nome.

c. Escolha Próximo.

4. Configurar avaliação

a. Em Escolha um tipo de avaliação, selecione o botão de rádio ao lado de Humano.

b. Selecione o modelo a ser avaliado. Você pode avaliar até dois modelos para cada 
avaliação.

1. Se você selecionou um modelo de SageMaker JumpStart, o modelo que você selecionou 
já será exibido.

2. Se o modelo exigir um contrato legal, marque a caixa de seleção para confirmar que você 
concorda.

3. Se você quiser adicionar outro modelo, faça o seguinte.

• Selecione Adicionar modelo à avaliação. Isso abre uma lista dos modelos disponíveis.

• Escolha o botão de rádio ao lado do modelo que você deseja adicionar.

• Escolha Add model (Adicionar modelo).

c. Em seguida, selecione um tipo de tarefa. Você pode selecionar qualquer uma das seguintes 
opções:

• Sumarização de texto

• Resposta a perguntas (Q&A)

• Classificação de texto

• Geração aberta

d. Na seção Métricas de avaliação, escolha uma dimensão de avaliação e insira contexto 
adicional sobre a dimensão na caixa de texto em Descrição. Você pode escolher entre as 
seguintes dimensões:
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• Fluência — mede a qualidade linguística de um texto gerado.

• Coerência — mede a organização e a estrutura de um texto gerado.

• Toxicidade — mede a nocividade de um texto gerado.

• Precisão — Indica a precisão de um texto gerado.

• Uma dimensão de avaliação personalizada da qual você pode definir o nome e a 
descrição para sua equipe de trabalho.

Para adicionar uma dimensão de avaliação personalizada, faça o seguinte:

• Escolha + Adicionar uma dimensão de avaliação.

• Na caixa de texto contendo Fornecer dimensão de avaliação, insira o nome da sua 
dimensão personalizada.

• Na caixa de texto contendo Fornecer descrição para essa dimensão de avaliação, 
insira uma descrição para que sua equipe de trabalho entenda como avaliar sua 
dimensão personalizada.

Abaixo de cada uma dessas métricas, há métricas de relatórios que você pode escolher na 
seta para baixo Escolha um tipo de métrica. Se você tiver dois modelos para avaliar, poderá 
escolher métricas de relatórios comparativas ou individuais. Se você tiver um modelo para 
avaliar, poderá escolher somente métricas de relatórios individuais. Você pode escolher os 
seguintes tipos de métricas de relatório para cada uma das métricas acima.

• Escala Likert (Comparativa) - comparação — Um avaliador humano indicará sua 
preferência entre duas respostas em uma escala Likert de 5 pontos, de acordo com suas 
instruções. Os resultados no relatório final serão mostrados como um histograma das 
classificações de força de preferência dos avaliadores em todo o conjunto de dados. 
Defina os pontos importantes da escala de 5 pontos em suas instruções para que seus 
avaliadores saibam como avaliar as respostas de acordo com suas expectativas.

• Botões de escolha (comparativos) — Permitem que um avaliador humano indique 
sua única resposta preferida em relação a outra resposta. Os avaliadores indicam sua 
preferência entre duas respostas de acordo com suas instruções usando botões de rádio. 
Os resultados no relatório final serão mostrados como uma porcentagem das respostas 
que os operadores preferiram para cada modelo. Explique claramente seu método de 
avaliação em suas instruções.
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• Classificação ordinal (comparativa) — Permite que um avaliador humano classifique suas 
respostas preferidas a uma solicitação em ordem, começando por, de acordo com suas 
instruções. 1 Os resultados no relatório final serão mostrados como um histograma das 
classificações dos avaliadores em todo o conjunto de dados. Defina o que 1 significa uma 
classificação em suas instruções.

• (Individual) Polegar para cima/para baixo — Permite que um avaliador humano classifique 
cada resposta de um modelo como aceitável ou inaceitável de acordo com suas 
instruções. Os resultados no relatório final serão mostrados como uma porcentagem do 
número total de classificações dos avaliadores que receberam uma avaliação positiva 
(polegar para cima) para cada modelo. Você pode usar esse método de classificação 
para avaliar um ou mais modelos. Se você usar isso em uma avaliação que contém dois 
modelos, uma avaliação positiva ou negativa será apresentada à sua equipe de trabalho 
para cada resposta do modelo e o relatório final mostrará os resultados agregados 
de cada modelo individualmente. Defina o que é aceitável como avaliação positiva ou 
negativa em suas instruções.

• Escala Likert (individual) — individual — Permite que um avaliador humano indique com 
que intensidade aprova a resposta do modelo com base em suas instruções em uma 
escala Likert de 5 pontos. Os resultados no relatório final serão mostrados como um 
histograma das avaliações de 5 pontos dos avaliadores em todo o conjunto de dados. 
Você pode usar essa escala para uma avaliação contendo um ou mais modelos. Se 
você selecionar esse método de classificação em uma avaliação que contém mais de um 
modelo, uma escala Likert de 5 pontos será apresentada à sua equipe de trabalho para 
cada resposta do modelo e o relatório final mostrará os resultados agregados de cada 
modelo individualmente. Defina os pontos importantes na escala de 5 pontos em suas 
instruções para que seus avaliadores saibam como avaliar as respostas de acordo com 
suas expectativas.

e. Escolha um conjunto de dados Prompt. Esse conjunto de dados é obrigatório e será usado 
por sua equipe de trabalho humana para avaliar as respostas do seu modelo. Forneça o 
URL para um bucket do Amazon S3 que contém seu conjunto de dados de prompt na caixa 
de texto abaixo da localização do S3. Seu conjunto de dados deve estar em jsonlines
formato e conter as seguintes chaves para identificar quais partes do conjunto de dados a 
interface do usuário usará para avaliar seu modelo:

• prompt— A solicitação para a qual você deseja que seu modelo gere uma resposta.

• (Opcional) category — - Os rótulos da categoria para sua solicitação. A category
chave é usada para categorizar suas solicitações para que você possa filtrar os 
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resultados da avaliação posteriormente por categoria para uma compreensão mais 
profunda dos resultados da avaliação. Ele não participa da avaliação em si e os 
trabalhadores não o veem na interface de avaliação.

• (Opcional) referenceResponse — A resposta de referência para seus avaliadores 
humanos. A resposta de referência não é avaliada por seus funcionários, mas pode ser 
usada para entender quais respostas são aceitáveis ou inaceitáveis, com base em suas 
instruções.

O exemplo de jsonlines código a seguir mostra o formato de valor-chave de um 
conjunto de dados de avaliação:

{ 
    "prompt": String, 
    "category": String, // optional 
    "referenceResponse": String // optional - The reference answer
}

Segue um exemplo de conjunto de dados:

{"referenceResponse":"Cantal","category":"Capitals","prompt":"Aurillac is the 
 capital of"}
{"referenceResponse":"Bamiyan 
 Province","category":"Capitals","prompt":"Bamiyan city is the capital of"}
{"referenceResponse":"Oberspreewald-
Lausitz","category":"Capitals","prompt":"Senftenberg is the capital of"}

f. Insira um local do bucket do S3 onde você deseja salvar os resultados da avaliação de 
saída na caixa de texto em Escolha um local do S3 para salvar os resultados da avaliação. 
O arquivo de saída gravado nesse local do S3 estará no jsonlines formato, terminando 
na extensão,.jsonl.

g. Configure seu processador na seção Configuração do processador usando os seguintes 
parâmetros:

• Use a contagem de instâncias para especificar o número de instâncias de computação 
a serem usadas para executar seu modelo. Se você usar mais de uma 1 instância, seu 
modelo será executado em instâncias paralelas.

• Use o tipo de instância para escolher o tipo de instância de computação que você quer 
usar para executar seu modelo. AWStem instâncias gerais de computação e instâncias 
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otimizadas para computação e memória. Para obter mais informações sobre os tipos de 
instância, consulteTipos de instância do Studio Classic disponíveis.

• Se você quiser SageMaker usar sua própria chave de criptografia AWS Key Management 
Service (AWS KMS) em vez da chave de serviço AWS gerenciado padrão, alterne para 
selecionar Ativado em Chave de volume KMS e insira a chave. AWS KMS SageMaker 
usará sua AWS KMS chave para criptografar dados no volume de armazenamento. Para 
obter mais informações sobre chaves, consulte AWS Key Management Service.

• Se você quiser SageMaker usar sua própria chave de criptografia AWS Key Management 
Service (AWS KMS) em vez da chave de serviço AWS gerenciado padrão, selecione 
Ativado em Chave KMS de saída e insira a chave. AWS KMS SageMaker usará sua AWS 
KMS chave para criptografar a saída do trabalho de processamento.

• Use uma função do IAM para especificar o acesso e as permissões para o processador 
padrão. Insira a função do IAM que você configurou na seção Configurar sua função do 
IAM nesta seção Executar uma avaliação humana.

h. Depois de especificar o modelo e os critérios, selecione Avançar.

Sua equipe de trabalho consiste nas pessoas que estão avaliando seu modelo. Depois que sua 
equipe de trabalho é criada, ela persiste indefinidamente e você não pode alterar seus atributos. Veja 
a seguir como começar com sua equipe de trabalho.

Configure sua equipe de trabalho

1. Escolha uma equipe existente ou crie uma nova equipe na caixa de texto Selecionar equipe.

2. Especifique o nome da sua organização em Nome da organização. Esse campo só aparece 
quando você cria a primeira equipe de trabalho na conta.

3. Especifique um e-mail de contato. Seus funcionários usarão esse e-mail para se comunicar com 
você sobre a tarefa de avaliação que você fornecerá a eles. Esse campo só aparece quando 
você cria a primeira equipe de trabalho na conta.

4. Especifique o nome da equipe. Você não pode alterar esse nome posteriormente.

5. Especifique uma lista de endereços de e-mail para cada um de seus funcionários humanos 
que avaliarão seu modelo de linguagem grande (LLM). Quando você especifica os endereços 
de e-mail da sua equipe, eles são notificados sobre um novo trabalho somente quando são 
adicionados recentemente a uma equipe de trabalho. Se você usar a mesma equipe para um 
trabalho posterior, deverá notificá-los manualmente.
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Forneça instruções para sua equipe de trabalho

1. Forneça instruções detalhadas à sua força de trabalho humana para que ela possa avaliar 
seu modelo de acordo com suas métricas e padrões. Um modelo na janela principal mostra 
exemplos de instruções que você pode fornecer. Para obter mais informações sobre como dar 
instruções, consulte Criação de boas instruções para trabalhadores.

2. Para minimizar o viés em sua avaliação humana, selecione a caixa ao lado de Randomizar 
posições de resposta.

3. Escolha Próximo.

Você pode revisar o resumo das seleções que você fez para seu trabalho humano. Se você precisar 
mudar de emprego, escolha Anterior para voltar a uma seleção anterior.

Envie sua solicitação de trabalho de avaliação e veja o progresso do trabalho

1. Para enviar sua solicitação de trabalho de avaliação, escolha Criar recurso.

2. Para ver o status de todos os seus trabalhos, escolha Trabalhos no painel de navegação. Em 
seguida, escolha Avaliação do modelo. O status da avaliação é exibido como Concluído, Falha
ou Em andamento.

O seguinte também é exibido:

• Exemplos de cadernos para executar uma avaliação de modelo no SageMaker Amazon 
Bedrock.

• Links para informações adicionais, incluindo documentação, vídeos, notícias e blogs sobre o 
processo de avaliação do modelo.

3. Selecione sua avaliação de modelo em Nome para ver um resumo de sua avaliação.

• O resumo fornece informações sobre o status do trabalho, que tipo de tarefa de avaliação 
você executou em qual modelo e quando ela foi executada. Após o resumo, as pontuações da 
avaliação humana são classificadas e resumidas por métrica.

Visualize seus resultados de análise humana

A saída da avaliação do modelo humano é armazenada no local do S3 que você especificou para 
salvar os resultados da avaliação de saída ao criar o trabalho de avaliação do modelo.
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Você pode ver o trabalho de avaliação de um modelo enquanto ele ainda está em andamento. Os 
dados de saída aparecem no bucket do S3 quando o trabalho de avaliação é concluído. Pode levar 
alguns minutos para que os dados de saída apareçam.

O conteúdo do seu json arquivo de saída depende da descrição, das métricas e do 
modelo específicos do seu trabalho. A seguinte amostra de saída foi gerada para uma 
única entradainputRecord, prompt em que um humano classificou a resposta do modelo 
(modelResponses) como inaceitável ("result":false):

{ 
    "output": [{ 
        "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-definition/
flow-definition-name", 
        "humanAnswers": [{ 
            "acceptanceTime": "2023-11-09T19:17:43.107Z", 
            "answerContent": { 
                "evaluationResults": { 
                    "approvalRate": [{ 
                        "metric": "Relevance", 
                        "modelResponseId": "0", 
                        "result": false 
                    }] 
                } 
            }, 
            "submissionTime": "2023-11-09T19:17:52.101Z", 
            "timeSpentInSeconds": 8.994, 
            "workerId": "444455556666", 
            "workerMetadata": { 
                "identityData": { 
                    "identityProviderType": "Cognito", 
                    "issuer": "https://cognito-idp.us-west-2.amazonaws.com/us-
west-2_111222", 
                    "sub": "12345678-1234-1234-1234-" 
                } 
            } 
        }], 
        "humanLoopName": "1234567890abcdefghijklmnopqrstuv", 
        "inputRecord": { 
            "prompt": "What does vitamin C serum do for skin?", 
            "category": "Skincare", 
            "referenceResponse": "Vitamin C serum offers a range of benefits for the 
 skin.  
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            Firstly, it acts as a potent antioxidant, defending the skin against the 
 harmful  
            effects of free radicals, which can accelerate the aging process and lead 
 to skin  
            problems. Moreover, vitamin C brightens the skin by reducing the appearance 
 of  
            dark spots, age spots, and hyperpigmentation. It's a key player in 
 collagen  
            production, contributing to firmer and more youthful skin while minimizing 
 the 
             appearance of fine lines and wrinkles. Additionally, it aids in retaining  
             skin moisture, promotes an even skin tone, reduces redness, and can  
             enhance the effectiveness of sunscreen in protecting against UV damage.  
             Furthermore, it may expedite the skin's natural healing processes, making 
 it  
             beneficial for addressing post-inflammatory hyperpigmentation and scars. 
 To  
             fully enjoy these benefits, use a quality vitamin C serum regularly as 
 part of  
             your skincare routine, applying it in the morning after cleansing and 
 before  
             sunscreen for optimal results." 
        }, 
        "modelResponses": [{ 
            "text": "\nVitamin C serums are widely known for their" 
        }] 
    }, { 
        "flowDefinitionArn": "arn:aws:sagemaker:us-west-2:111122223333:flow-definition/
flow-definition-name" 
        ...             
    }],

O exemplo de saída anterior usa os seguintes parâmetros:

• flowDefinitionArn— O Amazon Resource Number (ARN) do fluxo de trabalho de revisão 
humana (definição de fluxo) usado para criar o ciclo humano.

• humanAnswers— Uma lista de json objetos que contêm as respostas dos trabalhadores 
emanswerContent.

metric:"Relevance"— Um valor baseado no tipo de métrica que você selecionou quando o 
trabalho de avaliação do modelo foi criado.

• humanLoopName— O nome do loop humano.
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• inputRecord— Um json objeto que contém uma solicitação de entrada do conjunto de dados 
de entrada.

• modelResponses— As respostas individuais dos modelos.

• input— O conteúdo de entrada enviado SageMaker na solicitação paraStartHumanLoop.

Quando sua análise estiver concluída, você poderá ver o desempenho do seu modelo em relação ao 
conjunto de dados fornecido usando as seguintes etapas:

1. No painel de navegação do Studio, selecione Trabalhos e, em seguida, selecione Avaliação de 
modelo.

2. Na página de avaliações do modelo, os trabalhos enviados com sucesso aparecem em uma lista. 
A lista inclui nome do trabalho, status, nome do modelo, tipo de avaliação e a data em que foi 
criado.

3. Se a avaliação do modelo for concluída com sucesso, você poderá clicar no nome do trabalho 
para ver um resumo dos resultados da avaliação.

4. Para visualizar seu relatório de análise humana, selecione o nome do trabalho que você deseja 
examinar.

Uma seção do relatório de análise que identifica seu trabalho pelo nome, status, nome do modelo, 
tipo de avaliação e data de criação aparece na parte superior da janela principal após você 
selecionar o nome do trabalho que deseja examinar.

A próxima seção do relatório de análise contém o tipo de tarefa que seu modelo executou e os 
resultados da avaliação dessa tarefa.

A seção do relatório de análise a seguir contém os resultados da avaliação de cada modelo que você 
avaliou.

A próxima seção do relatório de análise mostra a configuração do trabalho de avaliação. Inclui os 
recursos usados, o modelo avaliado, a localização dos resultados da avaliação e suas dimensões de 
avaliação.

A última seção contém uma cópia das instruções que você forneceu à sua força de trabalho.
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Use uma avaliação automática

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.

Important

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade 
para a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior 
do Amazon SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O 
recurso de avaliação da fundação só pode ser usado na experiência atualizada. Para obter 
informações sobre como atualizar o Studio, consulteMigração do Amazon SageMaker 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, 
consulteAmazon SageMaker Studio Clássico.

Você pode usar uma avaliação automática executando-a em uma interface de usuário ou usando a
fmeval biblioteca dentro do seu próprio código. A interface do usuário orienta você em um fluxo de 
trabalho padrão. O uso da biblioteca oferece oportunidades para personalizar ainda mais seu fluxo 
de trabalho. As seções a seguir mostram como usar os dois tipos de avaliações automáticas.

Use uma avaliação automática em uma interface

Você pode executar uma avaliação automática para um SageMaker JumpStart modelo na interface 
do usuário do Amazon SageMaker Studio. O fluxo de trabalho na interface do usuário orienta você 
na escolha de um modelo para avaliação e na configuração das dimensões, métricas e recursos de 
avaliação. Para um fluxo de trabalho mais personalizável, consultePersonalize seu fluxo de trabalho 
usando a fmeval biblioteca. Essa seção mostra como executar uma avaliação em qualquer tipo 
de modelo de linguagem grande (LLM) usando parâmetros específicos para gerar respostas mais 
personalizadas. As outras seções deste guia mostram como formatar um conjunto de dados de 
entrada personalizado opcional, configurar seu ambiente e executar uma avaliação na interface do 
usuário.

Formate seu conjunto de dados de entrada

Se você usa um conjunto de dados integrado para avaliar seu modelo na interface do usuário, o 
conjunto de dados já está estruturado no formato correto para entrada em uma avaliação de modelo. 
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Se você usa seu próprio conjunto de dados personalizado, ele deve estar em jsonlines formato. 
Cada linha em seu conjunto jsonlines de dados de entrada deve ser um json objeto, contendo 
um único registro do seu conjunto de dados. Esses registros são usados para avaliar seu modelo.

Para saber quais chaves estão disponíveis para um conjunto de dados personalizado na interface do 
usuário, consulte as listas de tarefas a seguir.

• model_input— Necessário indicar a entrada para as seguintes tarefas.

• A solicitação à qual seu modelo deve responder em tarefas abertas de geração, toxicidade e
precisão.

• A pergunta que seu modelo deve responder em tarefas de resposta a perguntas e conhecimento 
factual.

• O texto que seu modelo deve resumir em tarefas de resumo de texto.

• O texto que seu modelo deve classificar nas tarefas de classificação.

• O texto que você deseja que seu modelo perturbe em tarefas de robustez semântica.

• target_output— Obrigatório para indicar a resposta com a qual seu modelo é avaliado para as 
seguintes tarefas.

• A resposta para respostas a perguntas, precisão, robustez semântica e tarefas de avaliação 
factual.

• Para tarefas de precisão e robustez semântica, separe as respostas aceitáveis com um. <OR>
A avaliação aceita qualquer uma das respostas separadas por vírgula como correta. Como 
exemplo, usetarget_output="UK<OR>England<OR>United Kingdom", se você quiser 
aceitar uma ou UK England ou United Kingdom como respostas aceitáveis.

• (Opcional) category — Gera pontuações de avaliação relatadas para cada categoria.

• sent_less_input— Necessário para indicar a solicitação que contém menos preconceitos para 
tarefas de estereotipagem imediata.

• sent_more_input— Necessário para indicar a solicitação que contém mais preconceitos para 
tarefas de estereotipagem imediata.

Uma avaliação de conhecimento factual exige que a pergunta a ser feita e a resposta sejam 
comparadas com a resposta do modelo. Use a chave model_input com o valor contido na 
pergunta e a chave target_output com o valor contido na resposta da seguinte forma:

{"model_input": "Bobigny is the capital of", "target_output": "Seine-Saint-Denis", 
 "category": "Capitals"}
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O exemplo anterior é uma única linha de um arquivo de jsonlines entrada que será enviada ao 
seu modelo como uma solicitação. Para fazer várias solicitações, inclua várias linhas. O exemplo 
de entrada de dados a seguir se refere a uma tarefa de perguntas e respostas que usa uma chave
category opcional para avaliação.

{"target_output":"Cantal","category":"Capitals","model_input":"Aurillac is the capital 
 of"}
{"target_output":"Bamiyan Province","category":"Capitals","model_input":"Bamiyan city 
 is the capital of"}
{"target_output":"Abkhazia","category":"Capitals","model_input":"Sokhumi is the capital 
 of"}

Se você avaliar seu algoritmo na interface do usuário, os seguintes padrões serão definidos para seu 
conjunto de dados de entrada:

• O número de registros que a avaliação usa é fixo. O algoritmo coleta amostras aleatoriamente 
desse número de solicitações do seu conjunto de dados de entrada.

• Para alterar esse número: use a fmeval biblioteca conforme descrito em Personalize seu 
fluxo de trabalho usando a fmeval biblioteca e defina o parâmetro num_records para o 
número desejado de amostras ou -1 para especificar o conjunto de dados inteiro. O número 
padrão de registros avaliados é 100 para tarefas de precisão, estereotipagem imediata, 
toxicidade, classificação e robustez semântica. O número padrão de registros para uma tarefa 
de conhecimento factual é300.

• O delimitador de saída de destino, conforme descrito anteriormente no target_output
parâmetro, está definido como <OR> na interface do usuário.

• Para separar as respostas aceitáveis usando outro delimitador: use a fmeval biblioteca 
conforme descrito em Personalizar seu fluxo de trabalho usando a fmeval biblioteca e defina o
parâmetro target_output_delimiter para o delimitador desejado.

• Você deve usar um modelo de SageMaker JumpStart linguagem baseado em texto que esteja 
disponível para avaliação do modelo. Esses modelos têm vários parâmetros de configuração de 
entrada de dados que são passados automaticamente para o processo FMEval.

• Para usar outro tipo de modelo: use a fmeval biblioteca para definir a configuração de dados 
para seu conjunto de dados de entrada.
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Configure o ambiente

Para executar uma avaliação automática para seu modelo de linguagem grande (LLM), você deve 
configurar seu ambiente para ter as permissões corretas para executar uma avaliação. Em seguida, 
você pode usar a interface do usuário para guiá-lo pelas etapas do fluxo de trabalho e executar 
uma avaliação. As seções a seguir mostram como usar a interface do usuário para executar uma 
avaliação automática.

Pré-requisitos

• Para executar uma avaliação de modelo em uma interface de usuário do Studio, sua função 
AWS Identity and Access Management (IAM) e qualquer conjunto de dados de entrada devem 
ter as permissões corretas. Se você não tiver uma função de SageMaker domínio ou IAM, siga 
as etapas do início Integrar-se a partir do console até a Etapa 1. Configurações gerais.

Para definir permissões para seu bucket do S3

Depois que seu domínio e função forem criados, use as etapas a seguir para adicionar as 
permissões necessárias para avaliar seu modelo.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, entre S3 na barra de pesquisa na parte superior da página.

3. Escolha S3 em Serviços.

4. Escolha Buckets no painel de navegação.

5. Na seção Buckets de uso geral, em Nome, escolha o nome do bucket do Amazon S3 que você 
deseja usar para armazenar a entrada e a saída do seu modelo no console. Se você não tiver 
um bucket do Amazon S3, faça o seguinte.

1. Selecione Criar compartimento para abrir uma nova página Criar compartimento.

2. Na seção Configuração geral, em AWSRegião, selecione a AWS região em que seu modelo 
de fundação está localizado.

3. Nomeie seu bucket do S3 na caixa de entrada em Nome do bucket.

4. Aceite todas as opções padrão.

5. Selecione Criar bucket.

6. Na seção Buckets de uso geral, em Nome, selecione o nome do bucket do S3 que você criou.

6. Escolha a aba Permissões.
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7. Role até a seção Compartilhamento de recursos de origem cruzada (CORS) na parte inferior da 
janela. Selecione a opção Editar.

8. Para adicionar permissões ao seu bucket para avaliações da fundação, certifique-se de que o 
código a seguir apareça na caixa de entrada. Você também pode copiar e colar o seguinte na 
caixa de entrada.

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "GET", 
            "PUT", 
            "POST", 
            "DELETE" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [ 
            "Access-Control-Allow-Origin" 
        ] 
    }
]

9. Escolha Salvar alterações.

Para adicionar permissões à sua política do IAM

1. Na barra de pesquisa na parte superior da página, digiteIAM.

2. Em Serviços, selecione Identity and Access Management (IAM).

3. Escolha Políticas no painel de navegação.

4. Escolha Criar política. Quando o editor de políticas for aberto, escolha JSON.

5. Escolha Próximo.

6. Certifique-se de que as seguintes permissões apareçam no editor de políticas. Você também 
pode copiar e colar o seguinte no editor de políticas.

{ 
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    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
             ], 
                "Resource": "*" 
        }, 
        { 
                "Effect": "Allow", 
                "Action": [ 
                    "sagemaker:Search", 
                    "sagemaker:CreateProcessingJob", 
                    "sagemaker:DescribeProcessingJob" 
                 ], 
                 "Resource": "*" 
        } 
    ]
}

7. Escolha Próximo.

8. Insira o nome da política na seção Detalhes da política, em Nome da política. Você também 
pode inserir uma descrição opcional. Você pesquisará esse nome de política ao atribuí-la a uma 
função.

9. Escolha Criar política.

Para adicionar permissões à sua função do IAM

1. Selecione Roles (Funções) no painel de navegação. Insira o nome da função que você deseja 
usar.
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2. Selecione o nome da função em Nome da função. A janela principal muda para mostrar 
informações sobre sua função.

3. Na seção Políticas de permissões, escolha a seta para baixo ao lado de Adicionar permissões.

4. Nas opções exibidas, escolha Anexar políticas.

5. Na lista de políticas que aparece, procure a política que você criou na Etapa 5. Marque a caixa 
de seleção ao lado do nome da sua política.

6. Escolha a seta para baixo ao lado de Ações.

7. Nas opções exibidas, selecione Anexar.

8. Pesquise o nome da função que você criou. Marque a caixa de seleção ao lado do nome.

9. Escolha Add permissions (Adicionar permissões). Um banner na parte superior da página deve 
indicar que a política foi anexada com sucesso à função.

Comece a usar o Studio

1. Na barra de pesquisa na parte superior da página, digiteSageMaker.

2. Em Serviços, selecione Amazon SageMaker.

3. Escolha Studio no painel de navegação.

4. Escolha seu domínio na seção Começar, depois de expandir a seta para baixo em Selecionar 
domínio.

5. Escolha seu perfil de usuário na seção Começar depois de expandir a seta para baixo em
Selecionar perfil de usuário.

6. Escolha Open Studio para abrir a página inicial do Studio.

Execute uma avaliação automática em uma interface de usuário

Você pode executar uma avaliação humana em um modelo baseado em texto que você já tenha 
ajustado, SageMaker JumpStart caso esteja disponível para avaliação. Como alternativa, você 
pode começar com um modelo básico baseado em texto na página SageMaker JumpStart inicial do 
Studio, que lista os modelos pré-implantados.

Para lançar SageMaker JumpStart

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. Na barra de pesquisa na parte superior da página, digiteSageMaker.
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3. Em Serviços, selecione Amazon SageMaker.

4. Escolha Studio no painel de navegação.

5. Escolha seu domínio na seção Começar, depois de expandir a seta para baixo em Selecionar 
domínio.

6. Escolha seu perfil de usuário na seção Começar depois de expandir a seta para baixo em
Selecionar perfil de usuário.

7. Escolha Open Studio para abrir a página inicial do Studio.

8. SageMaker JumpStartEscolha no painel de navegação.

Para configurar um trabalho de avaliação

1. Escolha um modelo baseado em texto SageMaker JumpStart . Você também pode usar a barra 
de pesquisa e o filtro para selecionar os seguintes tipos de tarefas relacionadas a texto.

• Resumo do texto

• Resposta a perguntas (Q&A)

• Classificação de texto

• Geração aberta

2. Escolha o botão Avaliar.

1. O botão está localizado no canto superior direito da janela principal, à direita de Implantar.

3. Especifique os detalhes do trabalho.

a. Insira o nome da avaliação do seu modelo. Esse nome ajuda você a identificar seu trabalho 
de avaliação de modelo após o envio.

b. Insira uma Descrição para adicionar mais contexto ao nome.

c. Escolha Próximo.

4. Configurar avaliação

a. Em Escolha um tipo de avaliação, selecione o botão de rádio ao lado de Automático.

b. Selecione o modelo a ser avaliado. Você pode avaliar somente um modelo para cada 
avaliação.

1. Se você selecionou um modelo de SageMaker JumpStart, o modelo que você selecionou 
já será exibido.
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2. Se o modelo exigir um contrato legal, marque a caixa de seleção para confirmar que você 
concorda.

c. Em seguida, selecione um tipo de tarefa. Você pode selecionar qualquer uma das seguintes 
opções:

• Sumarização de texto

• Resposta a perguntas (Q&A)

• Classificação de texto

• Geração aberta

Para obter mais informações sobre essas tarefas e dimensões, consulte a Avaliação 
automática em Visão geral da avaliação do modelo básico.

d. Na seção Métricas de avaliação, escolha uma dimensão de avaliação. A caixa de texto em
Descrição contém contexto adicional sobre a dimensão.

Depois de selecionar uma tarefa, as métricas associadas à tarefa aparecem em Métricas. 
Nesta seção, faça o seguinte.

e. Selecione uma dimensão de avaliação na seta para baixo em Dimensão de avaliação.

f. Escolha um conjunto de dados de avaliação. Você pode escolher usar seu próprio conjunto 
de dados ou usar um conjunto de dados incorporado. Se você quiser usar seu próprio 
conjunto de dados para avaliar o modelo, ele deve ser formatado de uma forma que o 
FMEval possa usar. Ele também deve estar localizado em um bucket do S3 que tenha as 
permissões CORS mencionadas na seção anterior. Configure o ambiente Para obter mais 
informações sobre como formatar um conjunto de dados personalizado, consulteUse um 
conjunto de dados de entrada personalizado.

g. Insira um local do bucket do S3 onde você deseja salvar os resultados da avaliação de 
saída. Esse arquivo está no formato jsonlines (.jsonl).

h. Configure seu processador na seção Configuração do processador usando os seguintes 
parâmetros:

• Use a contagem de instâncias para especificar o número de instâncias de computação 
que você quer usar para executar seu modelo. Se você usar mais de uma 1 instância, 
seu modelo será executado em instâncias paralelas.
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• Use o tipo de instância para escolher o tipo de instância de computação que você quer 
usar para executar seu modelo. Para obter mais informações sobre os tipos de instância, 
consulteTipos de instância do Studio Classic disponíveis.

• Use a chave de volume KMS para especificar sua chave de criptografia AWS Key 
Management Service (AWS KMS). SageMaker usa sua AWS KMS chave para 
criptografar o tráfego de entrada do modelo e do seu bucket Amazon S3. Para obter mais 
informações sobre chaves, consulte AWS Key Management Service.

• Use a chave KMS de saída para especificar sua chave de AWS KMS criptografia para o 
tráfego de saída.

• Use o IAM Role para especificar o acesso e as permissões para o processador padrão. 
Insira a função do IAM que você configurou no Configure o ambiente

i. Depois de especificar o modelo e os critérios, escolha Avançar. A janela principal pula para 
a Etapa 5 Revisar e Salvar.

Revise e execute seu trabalho de avaliação

1. Revise todos os parâmetros, modelos e dados que você selecionou para sua avaliação.

2. Escolha Criar recurso para executar sua avaliação.

3. Para verificar o status do seu trabalho, vá para a parte superior da seção Avaliações de modelos
na página.

Visualize os resultados da análise de sua avaliação automática

Esta seção lista três saídas para uma avaliação automática que é executada na interface do usuário.

1. O output.json arquivo contém pontuações agregadas para seu conjunto de dados. Segue um 
exemplo json de saída.

{ 
  "evaluations": [ 
    { 
      "evaluation_name": "factual_knowledge", 
      "dataset_name": "trex", 
      "prompt_template": "<s>[INST] <<SYS>>Answer the question at the end in as 
 few words as possible. Do not repeat the question. Do not answer in complete 
 sentences.<</SYS> Question: $feature [/INST]", 
      "dataset_scores": [ 
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        { 
          "name": "factual_knowledge", 
          "value": 0.2966666666666667 
        } 
      ], 
      "category_scores": [ 
        { 
          "name": "Author", 
          "scores": [ 
            { 
              "name": "factual_knowledge", 
              "value": 0.4117647058823529 
            } 
          ] 
        }, 
        ... 
        { 
          "name": "Capitals", 
          "scores": [ 
            { 
              "name": "factual_knowledge", 
              "value": 0.2857142857142857 
            } 
          ] 
        } 
      ] 
    } 
  ]
}

No exemplo de saída anterior, o modelo obteve uma pontuação média de0.2966666666666667. 
As pontuações médias de cada categoria são listadas após a pontuação agregada.

2. Um arquivo evaluation_name _ dataset_name .jsonl contendo resultados por instância para 
cada solicitação jsonlines. Se você tinha 300 solicitações em seus dados de entrada jsonlines, 
esse arquivo de saída jsonlines contém respostas. 300 O arquivo de saída contém a solicitação 
feita ao seu modelo seguida pela pontuação dessa avaliação. Veja a seguir um exemplo de saída 
para toda a instância.

3. Um relatório de avaliação que contém os resultados da avaliação do seu modelo de fundação. 
O conteúdo do relatório de avaliação depende do tipo de tarefa que você usou para avaliar seu 
modelo. Cada relatório contém as seguintes seções:
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a. As pontuações gerais de cada avaliação bem-sucedida na tarefa de avaliação. Como exemplo 
de uma avaliação com um conjunto de dados, se você avaliou seu modelo para uma tarefa 
de classificação de Precisão e Robustez Semântica, uma tabela resumindo os resultados da 
avaliação de Precisão e Robustez Semântica de Precisão aparece na parte superior do seu 
relatório. Outras avaliações com outros conjuntos de dados podem ser estruturadas de forma 
diferente.

b. A configuração do seu trabalho de avaliação, incluindo o nome e o tipo do modelo, quais 
métodos de avaliação foram usados e com quais conjuntos de dados seu modelo foi avaliado.

c. Uma seção de resultados de avaliação detalhados que resume o algoritmo de avaliação, 
fornece informações e links para qualquer conjunto de dados incorporado, como as pontuações 
são calculadas e tabelas mostrando alguns dados de amostra com suas pontuações 
associadas.

d. Uma seção de avaliações reprovadas que contém uma lista de avaliações que não foram 
concluídas. Se nenhuma avaliação falhar, essa seção do relatório será omitida.

Use a fmeval biblioteca para executar uma avaliação automática

Usar a fmeval biblioteca em seu próprio código oferece a maior flexibilidade para personalizar seu 
fluxo de trabalho. Você pode usar a fmeval biblioteca para avaliar qualquer LLM e também para 
ter mais flexibilidade com seus conjuntos de dados de entrada personalizados. As etapas a seguir 
mostram como configurar seu ambiente e como executar um fluxo de trabalho inicial e um fluxo de 
trabalho personalizado usando a fmeval biblioteca.

Comece a usar a fmeval biblioteca

Você pode configurar a avaliação do modelo básico e personalizá-la para seu caso de uso em 
um notebook do Studio. Sua configuração depende do tipo de tarefa que seu modelo básico foi 
criado para prever e de como você deseja avaliá-la. O FMEval oferece suporte a tarefas abertas de 
geração, resumo de texto, resposta a perguntas e classificação. As etapas desta seção mostram 
como configurar um fluxo de trabalho inicial. Esse fluxo de trabalho inicial inclui a configuração do 
seu ambiente e a execução de um algoritmo de avaliação usando um modelo básico do Amazon 
Bedrock SageMaker JumpStart ou um modelo com conjuntos de dados integrados. Se você precisar 
usar um conjunto de dados de entrada e um fluxo de trabalho personalizados para um caso de uso 
mais específico, consultePersonalize seu fluxo de trabalho usando a fmeval biblioteca.
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Configure o ambiente

Se você não quiser executar uma avaliação de modelo em um notebook do Studio, vá para a etapa 
11 na seção Começar a usar o Studio a seguir.

Pré-requisitos

• Para executar uma avaliação de modelo em uma interface de usuário do Studio, sua função 
AWS Identity and Access Management (IAM) e qualquer conjunto de dados de entrada devem 
ter as permissões corretas. Se você não tiver uma função de SageMaker domínio ou IAM, siga 
as etapas do início Integrar-se a partir do console até a Etapa 1. Configurações gerais.

Para definir permissões para seu bucket do Amazon S3

Depois que seu domínio e função forem criados, use as etapas a seguir para adicionar as 
permissões necessárias para avaliar seu modelo.

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, entre S3 na barra de pesquisa na parte superior da página.

3. Escolha S3 em Serviços.

4. Escolha Buckets no painel de navegação.

5. Na seção Buckets de uso geral, em Nome, escolha o nome do bucket S3 que você deseja usar 
para armazenar a entrada e a saída do modelo no console. Se você não tiver um bucket S3, 
faça o seguinte:

1. Selecione Criar compartimento para abrir uma nova página Criar compartimento.

2. Na seção Configuração geral, em AWSRegião, selecione a AWS região em que seu modelo 
de fundação está localizado.

3. Nomeie seu bucket do S3 na caixa de entrada em Nome do bucket.

4. Aceite todas as opções padrão.

5. Selecione Criar bucket.

6. Na seção Buckets de uso geral, em Nome, selecione o nome do bucket do S3 que você criou.

6. Escolha a aba Permissões.

7. Role até a seção Compartilhamento de recursos de origem cruzada (CORS) na parte inferior da 
janela. Selecione a opção Editar.
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8. Para adicionar permissões ao seu bucket para avaliações da fundação, certifique-se de que o 
código a seguir apareça na caixa de entrada. Você também pode copiar e colar o seguinte na 
caixa de entrada.

[ 
    { 
        "AllowedHeaders": [ 
            "*" 
        ], 
        "AllowedMethods": [ 
            "GET", 
            "PUT", 
            "POST", 
            "DELETE" 
        ], 
        "AllowedOrigins": [ 
            "*" 
        ], 
        "ExposeHeaders": [ 
            "Access-Control-Allow-Origin" 
        ] 
    }
]

9. Escolha Salvar alterações.

Para adicionar permissões à sua política do IAM

1. Na barra de pesquisa na parte superior da página, digiteIAM.

2. Em Serviços, selecione Identity and Access Management (IAM).

3. Escolha Políticas no painel de navegação.

4. Insira AmazonSageMakerFullAccessna barra de pesquisa. Selecione o botão de rádio ao lado 
da política que aparece. O botão Ações agora pode ser selecionado.

5. Escolha a seta para baixo ao lado de Ações. Duas opções aparecem.

6. Escolha Anexar.

7. Na lista do IAM exibida, pesquise o nome da função que você criou. Marque a caixa de seleção 
ao lado do nome.

8. Escolha Anexar política.
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Comece a usar o Studio

1. Na barra de pesquisa na parte superior da página, digiteSageMaker.

2. Em Serviços, selecione Amazon SageMaker.

3. Escolha Studio no painel de navegação.

4. Escolha seu domínio na seção Começar, depois de expandir a seta para baixo em Selecionar 
domínio.

5. Escolha seu perfil de usuário na seção Começar depois de expandir a seta para baixo em
Selecionar perfil de usuário.

6. Escolha Open Studio para abrir a página inicial do Studio.

7. Selecione o navegador de arquivos no painel de navegação e navegue até o diretório raiz.

8. Selecione Criar caderno.

9. Na caixa de diálogo do ambiente do notebook que se abre, selecione a imagem Data Science 
3.0.

10. Escolha Selecionar.

11. Instale o fmeval pacote em seu ambiente de desenvolvimento, conforme mostrado no exemplo 
de código a seguir:

!pip install fmeval

Note

Instale a fmeval biblioteca em um ambiente que usaPython 3.10. Para obter mais 
informações sobre os requisitos necessários para execuçãofmeval, consulte
fmevaldependências.

Configurar o ModelRunner

O FMEval usa um wrapper de alto nível chamado ModelRunner para compor a entrada, invocar 
e extrair a saída do seu modelo. O fmeval pacote pode avaliar qualquer LLM, no entanto, o 
procedimento de configuração ModelRunner depende do tipo de modelo que você deseja 
avaliar. Esta seção explica como configurar ModelRunner um modelo SageMaker JumpStart 
ou Amazon Bedrock. Se você quiser usar um conjunto de dados de entrada personalizado e 
personalizadoModelRunner, consultePersonalize seu fluxo de trabalho usando a fmeval biblioteca.
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Use um SageMaker JumpStart modelo

Para usar ModelRunner para avaliar um SageMaker JumpStart modelo, criar ou fornecer um 
endpoint, definir o modelo e o conjunto de dados incorporado, configurar e testar. ModelRunner

Defina um SageMaker JumpStart modelo e configure um ModelRunner

1. Forneça um endpoint fazendo o seguinte:

• Especifique o EndpointNamepara um SageMaker JumpStart endpoint existentemodel_id, o 
e. model_version

• Especifique o model_id e model_version para seu modelo e crie um SageMaker 
JumpStart endpoint.

O exemplo de código a seguir mostra como criar um endpoint para um Llama 2 foundation 
modelque está disponível por meio SageMaker JumpStart de.

import sagemaker
from sagemaker.jumpstart.model import JumpStartModel

#JumpStart model and version
model_id, model_version = "meta-textgeneration-llama-2-7b-f", "*"

my_model = JumpStartModel(model_id=model_id)
predictor = my_model.deploy()
endpoint_name = predictor.endpoint_name

# Accept the EULA, and test the endpoint to make sure it can predict.
predictor.predict({"inputs": [[{"role":"user", "content": "Hello how are you?"}]]}, 
 custom_attributes='accept_eula=true')

O exemplo de código anterior se refere ao EULA, que significa end-use-license-
agreement (EULA). O EULA pode ser encontrado na descrição do modelo do modelo 
que você está usando. Para usar alguns SageMaker JumpStart modelos, você deve 
especificaraccept_eula=true, conforme mostrado na chamada anterior parapredict. Para 
obter mais informações sobre o EULA, consulte a seção Licenças e fontes de modelos em.
Escolha um modelo de de base

Você pode encontrar uma lista dos SageMaker JumpStart modelos disponíveis em Algoritmos 
integrados com tabela de modelos pré-treinada.
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2. Configure ModelRunner usando oJumpStartModelRunner, conforme mostrado no exemplo 
de configuração a seguir:

from fmeval.model_runners.sm_jumpstart_model_runner import JumpStartModelRunner

js_model_runner = JumpStartModelRunner( 
    endpoint_name=endpoint_name, 
    model_id=model_id, 
    model_version=model_version
)

No exemplo de configuração anterior, use os mesmos valores para endpoint_namemodel_id, 
e model_version que você usou para criar o endpoint.

3. Teste seuModelRunner. Envie uma solicitação de amostra para seu modelo, conforme 
mostrado no exemplo de código a seguir:

js_model_runner.predict("What is the capital of London")

Use um modelo Amazon Bedrock

Para avaliar um modelo do Amazon Bedrock, você deve definir o modelo, o conjunto de dados 
incorporado e configurá-lo. ModelRunner

Defina um modelo Amazon Bedrock e configure um ModelRunner

1. Para definir e imprimir detalhes do modelo, use o seguinte exemplo de código para um modelo 
Titan que está disponível no Amazon Bedrock:

import boto3
import json
bedrock = boto3.client(service_name='bedrock')
bedrock_runtime = boto3.client(service_name='bedrock-runtime')

model_id = "amazon.titan-tg1-large"
accept = "application/json"
content_type = "application/json"

print(bedrock.get_foundation_model(modelIdentifier=modelId).get('modelDetails'))

Use uma avaliação automática 5503



Amazon SageMaker Guia do Desenvolvedor

No exemplo de código anterior, o accept parâmetro especifica o formato dos dados que 
você deseja usar para avaliar seu LLM. contentTypeEspecifica o formato dos dados de 
entrada na solicitação. Só MIME_TYPE_JSON é compatível com accept e contentType
para os modelos Amazon Bedrock. Para mais informações sobre esses parâmetros, consulte
InvokeModelWithResponseStream.

2. Para configurarModelRunner, use oBedrockModelRunner, conforme mostrado no exemplo 
de configuração a seguir:

from fmeval.model_runners.bedrock_model_runner import BedrockModelRunner

bedrock_model_runner = BedrockModelRunner( 
    model_id=model_id, 
    output='results[0].outputText', 
    content_template='{"inputText": $prompt, "textGenerationConfig": \ 
    {"maxTokenCount": 4096, "stopSequences": [], "temperature": 1.0, "topP": 
 1.0}}',
)

Parametrize a ModelRunner configuração da seguinte maneira.

• Use os mesmos valores model_id que você usou para implantar o modelo.

• Use output para especificar o formato da json resposta gerada. Por exemplo, se 
seu LLM forneceu a resposta[{"results": "this is the output"}], então
output='results[0].outputText' retornaráthis is the output.

• Use content_template para especificar como seu LLM interage com as solicitações. 
O modelo de configuração a seguir é detalhado somente para explicar o exemplo de 
configuração anterior e não é obrigatório.

• No exemplo de configuração anterior, a variável inputText especifica o prompt, que 
captura a solicitação feita pelo usuário.

• A variável textGenerationConfig especifica como o LLM gera respostas da seguinte 
forma:

• O parâmetro maxTokenCount é usado para limitar o comprimento da resposta limitando 
o número de tokens retornados pelo LLM.

• O parâmetro stopSequences é usado para especificar uma lista de sequências de 
caracteres que instruem seu LLM a parar de gerar uma resposta. A saída do modelo é 
interrompida na primeira vez que qualquer uma das sequências listadas é encontrada na 
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saída. Como exemplo, você pode usar uma sequência de retorno de carro para limitar a 
resposta do modelo a uma única linha.

• O parâmetro topP controla a aleatoriedade limitando o conjunto de tokens a serem 
considerados ao gerar o próximo token. Esse parâmetro aceita valores entre 0.0 1.0 e. 
Valores mais altos topP permitem um conjunto contendo um vocabulário mais amplo e 
valores mais baixos restringem o conjunto de símbolos a palavras mais prováveis.

• O parâmetro temperature controla a aleatoriedade do texto gerado e aceita valores 
positivos. Valores mais altos de temperature instruem o modelo a gerar respostas mais 
aleatórias e diversas. Valores mais baixos geram respostas mais previsíveis. Intervalos 
típicos para temperature ficar entre 0.2 2.0 e.

Para obter mais informações sobre parâmetros para um modelo de fundação específico do 
Amazon Bedrock, consulte Parâmetros de inferência para modelos de fundação.

O formato do parâmetro content_template depende das entradas e dos parâmetros 
suportados pelo LLM. Por exemplo, o Anthropic’s Claude 2modelo pode suportar o 
seguintecontent_template:

"content_template": "{\"prompt\": $prompt, \"max_tokens_to_sample\": 500}"

Como outro exemplo, o modelo Falcon 7b pode suportar o seguinte. content_template

"content_template": "{\"inputs\": $prompt, \"parameters\":{\"max_new_tokens\": \ 
    10, \"top_p\": 0.9, \"temperature\": 0.8}}"

Por fim, teste seu. ModelRunner Envie uma solicitação de amostra para seu modelo, 
conforme mostrado no exemplo de código a seguir:

bedrock_model_runner.predict("What is the capital of London?")

Avaliar seu modelo

Depois de configurar seus dadosModelRunner, você pode executar um algoritmo de avaliação nas 
respostas geradas pelo LLM. Para ver uma lista de todos os algoritmos de avaliação disponíveis, 
execute o código a seguir:

from fmeval.eval_algo_mapping import EVAL_ALGORITHMS
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print(EVAL_ALGORITHMS.keys())

Cada algoritmo tem uma avaliação e um evaluate_sample método. O evaluate método calcula 
uma pontuação para todo o conjunto de dados. O evaluate_sample método avalia a pontuação de 
uma única instância.

O evaluate_sample método retorna EvalScore objetos. EvalScoreos objetos contêm 
pontuações agregadas do desempenho do seu modelo durante a avaliação. O evaluate_sample
método tem os seguintes parâmetros opcionais:

• model_output— A resposta do modelo para uma única solicitação.

• model_input— Um prompt contendo a solicitação para seu modelo.

• target_output— A resposta esperada da solicitação contida emmodel_input.

O exemplo de código a seguir mostra como usar oevaluate_sample:

#Evaluate your custom sample
model_output = model_runner.predict("London is the capital of?")[0]
eval_algo.evaluate_sample(target_output="UK<OR>England<OR>United Kingdom", 
 model_output=model_output)

O evaluate método tem os seguintes parâmetros opcionais:

• model— Uma instância de ModelRunner uso do modelo que você deseja avaliar.

• dataset_config— A configuração do conjunto de dados. Se não dataset_config for 
fornecido, o modelo será avaliado usando todos os conjuntos de dados integrados configurados 
para essa tarefa.

• prompt_template— Um modelo usado para gerar solicitações. Se não prompt_template for 
fornecido, seu modelo será avaliado usando um modelo de prompt padrão.

• save— Se definido comoTrue, as respostas e pontuações imediatas registradas são salvas no 
arquivo. EvalAlgorithmInterface.EVAL_RESULTS_PATH Padronizado como False.

• num_records— O número de registros que são amostrados aleatoriamente do conjunto de dados 
de entrada para avaliação. Padronizado como 300.

O evaluate algoritmo retorna uma lista de EvalOutput objetos que pode incluir o seguinte:

• eval_name— O nome do algoritmo de avaliação.
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dataset_name— O nome do conjunto de dados usado pelo algoritmo de avaliação.

prompt_template— Um modelo usado para redigir solicitações que é consumido se o 
parâmetro não model_output for fornecido no conjunto de dados. Para obter mais informações, 
consulte prompt_template a  SageMaker JumpStart ModelRunnerseção Configurar um.

dataset_scores— Uma pontuação agregada calculada em todo o conjunto de dados.

category_scores— Uma lista de CategoryScore objetos que contêm as pontuações de cada 
categoria no conjunto de dados.

output_path— O caminho local para o resultado da avaliação. Essa saída contém respostas 
rápidas com pontuações de avaliação recordes.

error— Uma mensagem de erro de sequência de caracteres para um trabalho de avaliação que 
falhou.

As seguintes dimensões estão disponíveis para avaliação do modelo:

• Precisão

• Conhecimento factual

• Estereotipagem imediata

• Robustez semântica

• Toxicidade

Precisão

Você pode executar um algoritmo de precisão para uma tarefa de resposta a perguntas, resumo 
de texto ou classificação. Os algoritmos são diferentes para cada tarefa, a fim de acomodar os 
diferentes tipos de entrada de dados e problemas da seguinte forma:

• Para tarefas de resposta a perguntas, execute o QAAccuracy algoritmo com um
QAAccuracyConfig arquivo.

• Para tarefas de resumo de texto, execute o SummarizationAccuracy algoritmo com 
umSummarizationAccuracyConfig.

• Para tarefas de classificação, execute o ClassificationAccuracy algoritmo com 
umClassificationAccuracyConfig.
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O QAAccuracy algoritmo retorna uma lista de EvalOutput objetos que contém uma 
pontuação de precisão para cada amostra. Para executar o algoritmo de precisão das perguntas 
e respostas, instancie a QAAccuracygeConfig e transmita um <OR> ou None como o.
target_output_delimiter O algoritmo de precisão das perguntas e respostas compara a 
resposta que seu modelo gera com uma resposta conhecida. Se você passar <OR> como delimitador 
de destino, o algoritmo classificará a resposta como correta se gerar algum conteúdo separado por
<OR> na resposta. Se você passar None uma string vazia como atarget_output_delimiter, o 
código gerará um erro.

Chame o evaluate método e transmita os parâmetros desejados, conforme mostrado no exemplo 
de código a seguir:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.qa_accuracy import QAAccuracy, QAAccuracyConfig

eval_algo = QAAccuracy(QAAccuracyConfig(target_output_delimiter="<OR>")))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

O SummarizationAccuracy algoritmo retorna uma lista de EvalOutput objetos que 
contêm pontuações para ROUGE-NMeteor, BERTScoree. Para obter mais informações 
sobre essas pontuações, consulte a seção Resumo de texto emVisão geral da avaliação 
do modelo básico. Para executar o algoritmo de precisão do resumo de texto, instancie a
SummarizationAccuracyConfig e transmita o seguinte:

• Especifique o tipo de ROUGEmétrica que você deseja usar em sua avaliaçãorouge_type. Você 
pode escolher rouge1, rouge2 ou rougeL. Essas métricas comparam os resumos gerados com 
os resumos de referência. ROUGE-1compara os resumos gerados e os resumos de referência 
usando unigramas sobrepostos (sequências de um item, como “o”, “é”). ROUGE-2compara os 
resumos gerados e de referência usando bigramas (grupos de duas sequências, como “the 
large”, “is home”). ROUGE-Lcompara a sequência de palavras correspondente mais longa. Para 
obter mais informações sobreROUGE, consulte ROUGE: A Package for Automatic Evaluation of 
Summaries.

• Defina use_stemmer_for_rouge como True ou False. Um stemmer remove os afixos das 
palavras antes de compará-las. Por exemplo, uma haste remove os afixos de “nadar” e “nadar” 
para que ambos “nadem” após a haste.

• Defina model_type_for_bertscore para o modelo que você deseja usar para calcular a. BERTScore
Você pode escolher ROBERTA_MODEL ou o MICROSOFT_DEBERTA_MODEL mais avançado.
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Por fim, chame o evaluate método e transmita os parâmetros desejados, conforme mostrado no 
exemplo de código a seguir:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.summarization_accuracy import SummarizationAccuracy, 
 SummarizationAccuracyConfig

eval_algo = 
 SummarizationAccuracy(SummarizationAccuracyConfig(rouge_type="rouge1",model_type_for_bertscore="MICROSOFT_DEBERTA_MODEL"))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

O ClassificationAccuracy algoritmo retorna uma lista de EvalOutput objetos que contêm as 
pontuações de exatidão, precisão, recall e exatidão balanceada da classificação para cada amostra. 
Para obter mais informações sobre essas pontuações, consulte a seção Classificação emVisão 
geral da avaliação do modelo básico. Para executar o algoritmo de precisão da classificação, 
instancie a ClassificationAccuracyConfig e transmita uma estratégia de média para.
multiclass_average_strategy Você pode escolher micromacro,samples,weighted, 
oubinary. O valor padrão é micro. Em seguida, passe uma lista contendo os nomes das colunas 
que contêm os rótulos verdadeiros de suas categorias de classificação para valid_labels. Por fim, 
chame o evaluate método e transmita os parâmetros desejados, conforme mostrado no exemplo 
de código a seguir:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.classification_accuracy import ClassificationAccuracy, 
 ClassificationAccuracyConfig

eval_algo = 
 ClassificationAccuracy(ClassificationAccuracyConfig(multiclass_average_strategy="samples",valid_labels=["animal_type","plant_type","fungi_type"]))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Conhecimento factual

Você pode executar o algoritmo de conhecimento factual para geração aberta. Para executar o 
algoritmo de conhecimento factual, instancie a FactualKnowledgeConfig e, opcionalmente, 
passe uma string delimitadora (por padrão, isso é). <OR> O algoritmo de conhecimento factual 
compara a resposta que seu modelo gera com uma resposta conhecida. O algoritmo classifica a 
resposta como correta se ela gerar algum conteúdo separado pelo delimitador na resposta. Se 
você passar None comotarget_output_delimiter, o modelo deverá gerar a mesma resposta 
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da resposta para ser pontuado como correto. Por fim, chame o evaluate método e passe os 
parâmetros desejados.

O conhecimento factual retorna uma lista de EvalScore objetos. Eles contêm pontuações 
agregadas sobre o quão bem seu modelo é capaz de codificar o conhecimento factual, conforme 
descrito na seção de visão geral da avaliação do modelo Foundation. As pontuações variam entre
0 e 1 com a pontuação mais baixa correspondendo a um menor conhecimento dos fatos do mundo 
real.

O exemplo de código a seguir mostra como avaliar seu LLM usando o algoritmo de conhecimento 
factual:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.factual_knowledge import FactualKnowledge, 
 FactualKnowledgeConfig

eval_algo = FactualKnowledge(FactualKnowledgeConfig())
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Estereotipagem imediata

Você pode executar o algoritmo de estereotipagem imediata para geração aberta. Para executar 
o algoritmo de estereotipagem rápida, você DataConfig deve identificar as colunas em seu 
conjunto de dados de entrada que contêm uma frase menos estereotipada e uma frase mais 
estereotipada dentro. sent_less_input_location sent_more_output_location Para obter 
mais informações sobreDataConfig, consulte a seção anterior 2. ConfigureModelRunner. Em 
seguida, chame o evaluate método e passe os parâmetros desejados.

A estereotipagem imediata retorna uma lista de EvalOutput objetos que contém uma pontuação 
para cada registro de entrada e pontuações gerais para cada tipo de viés. As pontuações são 
calculadas comparando a probabilidade das frases mais e menos estereotipadas. A pontuação geral 
relata a frequência com que o modelo preferiu a frase estereotipada, pois o modelo atribui uma 
probabilidade maior à frase mais estereotipada em comparação com a frase menos estereotipada. 
Uma pontuação de 0.5 indica que seu modelo é imparcial ou que prefere sentenças mais e 
menos estereotipadas em taxas iguais. Uma pontuação maior que 0.5 indica que seu modelo 
provavelmente gerará uma resposta mais estereotipada. Pontuações menores que 0.5 indicam que 
seu modelo provavelmente gerará uma resposta menos estereotipada.
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O exemplo de código a seguir mostra como avaliar seu LLM usando o algoritmo de estereotipagem 
rápida:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.prompt_stereotyping import PromptStereotyping

eval_algo = PromptStereotyping()
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Robustez semântica

Você pode executar um algoritmo de robustez semântica para qualquer tarefa do FMEval, mas seu 
modelo deve ser determinístico. Um modelo determinístico é aquele que sempre gera a mesma 
saída para a mesma entrada. Normalmente, pode-se alcançar o determinismo definindo uma 
semente aleatória no processo de decodificação. Os algoritmos são diferentes para cada tarefa, a fim 
de acomodar os diferentes tipos de entrada de dados e problemas da seguinte forma:

• Para geração aberta, resposta a perguntas ou classificação de tarefas, execute o
GeneralSemanticRobustness algoritmo com um GeneralSemanticRobustnessConfig
arquivo.

• Para resumir o texto, execute o SummarizationAccuracySemanticRobustness algoritmo 
com um SummarizationAccuracySemanticRobustnessConfig arquivo.

O GeneralSemanticRobustness algoritmo retorna uma lista de EvalScore objetos que contêm 
precisão com valores entre 0 e 1 quantificando a diferença entre as saídas do modelo perturbado 
e não perturbado. Para executar o algoritmo de robustez semântica geral, instancie a e passe a.
GeneralSemanticRobustnessConfig perturbation_type Você pode escolher uma das 
seguintes opções paraperturbation_type:

• Butterfinger— Uma perturbação que imita erros ortográficos usando trocas de caracteres 
com base na distância do teclado. Insira a probabilidade de um determinado personagem estar 
perturbado. Butterfinger é o valor padrão paraperturbation_type.

• RandomUpperCase— Uma perturbação que muda uma fração de caracteres para maiúsculas. 
Insira um decimal de 0 até1.

• WhitespaceAddRemove— A probabilidade de um caractere de espaço em branco ser adicionado 
à frente de um caractere que não seja de espaço branco em branco.
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Você também pode especificar os seguintes parâmetros:

• num_perturbations— O número de perturbações para cada amostra a ser introduzida no texto 
gerado. O padrão é 5.

• butter_finger_perturbation_prob— A probabilidade de um personagem ser perturbado. 
Usado somente quando perturbation_type é Butterfinger. O padrão é 0.1.

• random_uppercase_corrupt_proportion— A fração de caracteres a ser alterada para 
maiúsculas. Usado somente quando perturbation_type é RandomUpperCase. O padrão é
0.1.

• whitespace_add_prob— Dado um espaço em branco, a probabilidade de removê-lo de uma 
amostra. Usado somente quando perturbation_type é WhitespaceAddRemove. O padrão é
0.05.

• whitespace_remove_prob— Dado um espaço não branco, a probabilidade de adicionar 
um espaço em branco na frente dele. Usado somente quando perturbation_type é
WhitespaceAddRemove. O padrão é 0.1.

Por fim, chame o evaluate método e transmita os parâmetros desejados, conforme mostrado no 
exemplo de código a seguir:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.general_semantic_robustness import 
 GeneralSemanticRobustness, GeneralSemanticRobustnessConfig

eval_algo = 
 GeneralSemanticRobustness(GeneralSemanticRobustnessConfig(perturbation_type="RandomUpperCase",num_perturbations=2,random_uppercase_corrupt_proportion=0.3)))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

O SummarizationAccuracySemanticRobustness algoritmo retorna uma lista de EvalScore
objetos que contêm a diferença (ou delta) entre os BERTScorevalores ROUGE-NMeteor, 
e entre os resumos gerados e de referência. Para obter mais informações sobre essas 
pontuações, consulte a seção Resumo de texto emVisão geral da avaliação do modelo básico. 
Para executar o algoritmo de robustez semântica de resumo de texto, instancie a e passe a.
SummarizationAccuracySemanticRobustnessConfig perturbation_type

Você pode escolher uma das seguintes opções paraperturbation_type:
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• Butterfinger— Uma perturbação que imita erros ortográficos usando trocas de caracteres 
com base na distância do teclado. Insira a probabilidade de um determinado personagem estar 
perturbado. Butterfingeré o valor padrão paraperturbation_type.

• RandomUpperCase— Uma perturbação que muda uma fração de caracteres para maiúsculas. 
Insira um decimal de 0 até1.

• WhitespaceAddRemove— Insira a probabilidade de que um caractere de espaço em branco seja 
adicionado na frente de um caractere que não seja de espaço branco em branco.

Você também pode especificar os seguintes parâmetros:

• num_perturbations— O número de perturbações para cada amostra a ser introduzida no texto 
gerado. O padrão é5.

• butter_finger_perturbation_prob— A probabilidade de um personagem ser perturbado. 
Usado somente quando perturbation_type é Butterfinger. O padrão é0.1.

• random_uppercase_corrupt_proportion— A fração de caracteres a ser alterada para 
maiúsculas. Usado somente quando perturbation_type é RandomUpperCase. O padrão 
é0.1.

• whitespace_add_prob— Dado um espaço em branco, a probabilidade de removê-lo de uma 
amostra. Usado somente quando perturbation_type é WhitespaceAddRemove. O padrão 
é0.05.

• whitespace_remove_prob— Dado um espaço não branco, a probabilidade de adicionar 
um espaço em branco na frente dele. Usado somente quando perturbation_type
éWhitespaceAddRemove, o padrão é0.1.

• rouge_type— Métricas que comparam resumos gerados com resumos de referência. 
Especifique o tipo de ROUGEmétrica que você deseja usar em sua avaliaçãorouge_type. 
Você pode escolherrouge1,rouge2, ourougeL. ROUGE-1compara os resumos gerados e 
os resumos de referência usando unigramas sobrepostos (sequências de um item, como “o”, 
“é”). ROUGE-2compara os resumos gerados e de referência usando bigramas (grupos de 
duas sequências, como “the large”, “is home”). ROUGE-Lcompara a sequência de palavras 
correspondente mais longa. Para obter mais informações sobreROUGE, consulte ROUGE: A 
Package for Automatic Evaluation of Summaries.

• Defina user_stemmer_for_rouge como True ou False. Um stemmer remove os afixos das 
palavras antes de compará-las. Por exemplo, uma haste remove os afixos de “nadar” e “nadar” 
para que ambos “nadem” após a haste.
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• model_type_for_bertscoreDefina o modelo que você deseja usar para calcular BERTScorea.
Você pode escolher ROBERTA_MODEL ou o MICROSOFT_DEBERTA_MODEL mais avançado.

Chame o evaluate método e transmita os parâmetros desejados, conforme mostrado no 
exemplo de código a seguir:

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.summarization_accuracy_semantic_robustness import 
 SummarizationAccuracySemanticRobustness, 
 SummarizationAccuracySemanticRobustnessConfig

eval_algo = 
 SummarizationAccuracySemanticRobustness(SummarizationAccuracySemanticRobustnessConfig(perturbation_type="Butterfinger",num_perturbations=3,butter_finger_perturbation_prob=0.2)))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Toxicidade

Você pode executar um algoritmo de toxicidade para geração aberta, resumo de texto ou resposta a 
perguntas. Há três classes distintas, dependendo da tarefa.

• Para geração aberta, execute o algoritmo de toxicidade com um ToxicityConfig arquivo.

• Para resumir, use a classeSummarization_Toxicity.

• Para responder perguntas, use a classeQAToxicity.

O algoritmo de toxicidade retorna uma ou mais listas de EvalScore objetos (dependendo do 
detector de toxicidade) que contêm pontuações entre e. 0 1 Para executar o algoritmo de toxicidade, 
instancie a ToxicityConfig e passe um modelo de toxicidade para usar para avaliar seu modelo 
em relação ao in. model_type Você pode escolher o seguinte paramodel_type:

• `desintoxicar` para UnitaryAI Detoxyfy-imbiased, um classificador de texto multirótulo treinado no 
Toxic Comment Classification Challenge e no Jigsaw Unintended Bias in Toxicity Classification.
O modelo fornece 7 pontuações para as seguintes classes: toxicidade, toxicidade grave, 
obscenidade, ameaça, insulto, explicidade sexual e ataque de identidade.

A seguir está um exemplo de saída do modelo de desintoxicação:

EvalScore(name='toxicity', value=0.01936926692724228), 
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EvalScore(name='severe_toxicity', value=3.3755677577573806e-06), 
  
EvalScore(name='obscene', value=0.00022437423467636108), 
  
EvalScore(name='identity_attack', value=0.0006707844440825284), 
  
EvalScore(name='insult', value=0.005559926386922598), 
  
EvalScore(name='threat', value=0.00016682750720065087), 
  
EvalScore(name='sexual_explicit', value=4.828436431125738e-05)

• `toxigen` para Toxigen-roberta, um classificador de texto binário baseado em Roberta ajustado 
no ToxiGen conjunto de dados, que contém frases com toxicidade sutil e implícita relacionadas a 
grupos minoritários. 13

Por fim, chame o evaluate método e transmita os parâmetros desejados, conforme mostrado no 
exemplo de código a seguir.

from fmeval.eval import get_eval_algorithm
from fmeval.eval_algorithms.toxicity import Toxicity, ToxicityConfig

eval_algo = Toxicity(ToxicityConfig(model_type="detoxify"))
eval_output = eval_algo.evaluate(model=model_runner, dataset_config=config, 
 prompt_template="$feature", save=True)

Personalize seu fluxo de trabalho usando a fmeval biblioteca

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.

Important

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade 
para a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior 
do Amazon SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O 
recurso de avaliação da fundação só pode ser usado na experiência atualizada. Para obter 
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informações sobre como atualizar o Studio, consulteMigração do Amazon SageMaker 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, 
consulteAmazon SageMaker Studio Clássico.

Você pode personalizar a avaliação do seu modelo para permitir um modelo que não seja um 
SageMaker JumpStart modelo do Amazon Bedrock ou usar um fluxo de trabalho personalizado 
para avaliação. Se você usa seu próprio modelo, precisa criar um personalizadoModelRunner. 
Se você usar seu próprio conjunto de dados para avaliação, deverá configurar um DataConfig
objeto. A seção a seguir mostra como formatar seu conjunto de dados de entrada, personalizar 
um DataConfig objeto para usar seu conjunto de dados personalizado e criar um personalizado.
ModelRunner

Use um conjunto de dados de entrada personalizado

Se quiser usar seu próprio conjunto de dados para avaliar seu modelo, você deve usar um
DataConfig objeto para especificar o dataset_name e o dataset_uri do conjunto de dados que 
você deseja avaliar. Se você usa um conjunto de dados incorporado, o DataConfig objeto já está 
configurado como padrão para algoritmos de avaliação.

Você pode usar um conjunto de dados personalizado sempre que usar a evaluate função. Você 
pode invocar evaluate quantas vezes quiser para usar qualquer quantidade de conjuntos de dados 
que desejar.

Configure um conjunto de dados personalizado com sua solicitação de modelo especificada na 
coluna da pergunta e a resposta alvo especificada na resposta da coluna, da seguinte forma:

from fmeval.data_loaders.data_config import DataConfig
from fmeval.constants import MIME_TYPE_JSONLINES

config = DataConfig( 
    dataset_name="tiny_dataset", 
    dataset_uri="tiny_dataset.jsonl", 
    dataset_mime_type=MIME_TYPE_JSONLINES, 
    model_input_location="question", 
    target_output_location="answer",
)

A DataConfig classe contém os seguintes parâmetros:
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• dataset_name— O nome do conjunto de dados que você deseja usar para avaliar seu LLM.

dataset_uri— O caminho local ou o identificador uniforme de recursos (URI) para a localização 
do seu conjunto de dados no S3.

• dataset_mime_type— O formato dos dados de entrada que você deseja usar para avaliar seu 
LLM. A biblioteca FMEval pode suportar tanto e. MIME_TYPE_JSON MIME_TYPE_JSONLINES

• model_input_location— (Opcional) O nome da coluna em seu conjunto de dados que contém 
as entradas ou solicitações do modelo que você deseja avaliar.

Use um model_input_location que especifique o nome da sua coluna. A coluna deve conter 
os seguintes valores correspondentes às seguintes tarefas associadas:

• Para avaliações abertas de geração, toxicidade e precisão, especifique a coluna que contém a
solicitação à qual seu modelo deve responder.

• Para uma tarefa de resposta a perguntas, especifique a coluna que contém a pergunta para a 
qual seu modelo deve gerar uma resposta.

• Para uma tarefa de resumo de texto, especifique o nome da coluna que contém o texto que você 
deseja que seu modelo resuma.

• Para uma tarefa de classificação, especifique o nome da coluna que contém o texto que você 
deseja que seu modelo classifique.

• Para avaliações de conhecimento factual, especifique o nome da coluna que contém a pergunta
para a qual você deseja que o modelo preveja a resposta.

• Para avaliações de robustez semântica, especifique o nome da coluna que contém a entrada
que você deseja que seu modelo perturbe.

• Para avaliações imediatas de estereotipagem, use o sent_more_input_location e 
sent_less_input_location em vez demodel_input_location, conforme mostrado nos 
parâmetros a seguir.

• model_output_location— (Opcional) O nome da coluna em seu conjunto de dados 
que contém a saída prevista que você deseja comparar com a saída de referência contida 
nelatarget_output_location. Se você fornecermodel_output_location, o FMEval não 
enviará uma solicitação ao seu modelo para inferência. Em vez disso, ele usa a saída contida na 
coluna especificada para avaliar seu modelo.

• target_output_location— O nome da coluna no conjunto de dados de 
referência que contém o valor real a ser comparado com o valor previsto contido 
nelemodel_output_location. Exigido somente para conhecimento factual, precisão e robustez 
semântica. Para conhecimento factual, cada linha dessa coluna deve conter todas as respostas 
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possíveis separadas por um delimitador. Por exemplo, se as respostas para uma pergunta forem 
[“Reino Unido”, “Inglaterra”], a coluna deverá conter “Reino Unido <OR>Inglaterra”. A previsão do 
modelo está correta se contiver qualquer uma das respostas separadas pelo delimitador.

• category_location— O nome da coluna que contém o nome de uma categoria. Se você 
fornecer um valor paracategory_location, as pontuações serão agregadas e relatadas para 
cada categoria.

• sent_more_input_location— O nome da coluna que contém um prompt com mais viés. 
Necessário somente para estereotipagem imediata. Evite preconceitos inconscientes. Para 
exemplos de viés, consulte o conjunto de dados Crows-pairs.

• sent_less_input_location— O nome da coluna que contém um prompt com menos 
distorção. Necessário somente para estereotipagem imediata. Evite preconceitos inconscientes. 
Para exemplos de viés, consulte o conjunto de dados Crows-pairs.

• sent_more_output_location— (Opcional) O nome da coluna que contém uma probabilidade 
prevista de que a resposta gerada pelo seu modelo contenha mais viés. Esse parâmetro é usado 
somente em tarefas de estereotipagem imediata.

• sent_less_output_location— (Opcional) O nome da coluna que contém uma probabilidade 
prevista de que a resposta gerada pelo seu modelo contenha menos viés. Esse parâmetro é usado 
somente em tarefas de estereotipagem imediata.

Se quiser adicionar um novo atributo que corresponda a uma coluna do conjunto de dados na
DataConfig classe, você deve adicionar o suffix _location ao final do nome do atributo.

Use um personalizado ModelRunner

Para avaliar um modelo personalizado, use uma classe de dados base para configurar seu modelo e 
criar um personalizadoModelRunner. Em seguida, você pode usar isso ModelRunner para avaliar 
qualquer modelo de linguagem. Use as etapas a seguir para definir uma configuração de modelo, 
criar uma personalizada ModelRunner e testá-la.

A ModelRunner interface tem um método abstrato da seguinte forma:

def predict(self, prompt: str) # Tuple[Optional[str], Optional[float]]

Esse método recebe um prompt como entrada de string e retorna uma tupla contendo uma resposta 
de texto do modelo e uma probabilidade de registro de entrada. Cada um ModelRunner deve 
implementar um predict método.
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Crie um personalizado ModelRunner

1. Defina uma configuração de modelo.

O exemplo de código a seguir mostra como aplicar um dataclass decorador a uma
HFModelConfig classe personalizada para que você possa definir uma configuração de 
modelo para um Hugging Facemodelo:

from dataclasses import dataclass

@dataclass
class HFModelConfig: 
    model_name: str 
    max_new_tokens: int 
    seed: int = 0 
    remove_prompt_from_generated_text: bool = True

No exemplo de código anterior, o seguinte se aplica:

• O parâmetro max_new_tokens é usado para limitar o comprimento da resposta limitando o 
número de tokens retornados por um LLM. O tipo de modelo é definido passando um valor 
para model_name quando a classe é instanciada. Neste exemplo, o nome do modelo é 
definido comogpt2, conforme mostrado no final desta seção. O parâmetro max_new_tokens
é uma opção para configurar estratégias de geração de texto usando uma configuração de
gpt2 modelo para um modelo OpenAI GPT pré-treinado. Consulte AutoConfigpara ver outros 
tipos de modelo.

• Se o parâmetro remove_prompt_from_generated_text estiver definido comoTrue, a 
resposta gerada não conterá a solicitação de origem enviada na solicitação.

Para outros parâmetros de geração de texto, consulte a Hugging Facedocumentação do 
GenerationConfig.

2. Crie um método personalizado ModelRunner e implemente um método de previsão. O exemplo 
de código a seguir mostra como criar um Hugging Face modelo personalizado ModelRunner
usando a HFModelConfig classe criada no exemplo de código anterior.

from typing import Tuple, Optional
import torch
from transformers import AutoModelForCausalLM, AutoTokenizer
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from fmeval.model_runners.model_runner import ModelRunner

class HuggingFaceCausalLLMModelRunner(ModelRunner): 
    def __init__(self, model_config: HFModelConfig): 
        self.config = model_config 
        self.model = AutoModelForCausalLM.from_pretrained(self.config.model_name) 
        self.tokenizer = AutoTokenizer.from_pretrained(self.config.model_name) 

    def predict(self, prompt: str) -> Tuple[Optional[str], Optional[float]]: 
        input_ids = self.tokenizer(prompt, 
 return_tensors="pt").to(self.model.device) 
        generations = self.model.generate( 
            **input_ids, 
            max_new_tokens=self.config.max_new_tokens, 
            pad_token_id=self.tokenizer.eos_token_id, 
        ) 
        generation_contains_input = ( 
            input_ids["input_ids"][0] == generations[0][: 
 input_ids["input_ids"].shape[1]] 
        ).all() 
        if self.config.remove_prompt_from_generated_text and not 
 generation_contains_input: 
            warnings.warn( 
                "Your model does not return the prompt as part of its generations. 
 " 
                "`remove_prompt_from_generated_text` does nothing." 
            ) 
        if self.config.remove_prompt_from_generated_text and 
 generation_contains_input: 
            output = self.tokenizer.batch_decode(generations[:, 
 input_ids["input_ids"].shape[1] :])[0] 
        else: 
            output = self.tokenizer.batch_decode(generations, 
 skip_special_tokens=True)[0] 

        with torch.inference_mode(): 
            input_ids = self.tokenizer(self.tokenizer.bos_token + prompt, 
 return_tensors="pt")["input_ids"] 
            model_output = self.model(input_ids, labels=input_ids) 
            probability = -model_output[0].item() 

        return output, probability
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O código anterior usa uma HuggingFaceCausalLLMModelRunner classe personalizada 
que herda propriedades da classe FMEvalModelRunner. A classe personalizada contém um 
construtor e uma definição para uma função de previsão, que retorna a. Tuple

Para ver mais ModelRunner exemplos, consulte a seção model_runner da biblioteca. fmeval

O HuggingFaceCausalLLMModelRunner construtor contém as seguintes definições:

• A configuração está definida comoHFModelConfig, definida no início desta seção.

• O modelo é definido como um modelo pré-treinado da Classe Hugging Face Automática que é 
especificado usando o parâmetro model_name na instanciação.

• O tokenizador é definido como uma classe da biblioteca de Hugging Face tokenizadores que 
corresponde ao modelo pré-treinado especificado por. model_name

O predict método na HuggingFaceCausalLLMModelRunner classe usa as seguintes 
definições:

• input_ids— Uma variável que contém entradas para seu modelo. O modelo gera a entrada 
da seguinte forma.

• A tokenizer Converte a solicitação contida prompt em identificadores de token (IDs). 
Esses IDs de token, que são valores numéricos que representam um token específico 
(palavra, subpalavra ou caractere), podem ser usados diretamente pelo seu modelo 
como entrada. Os IDs do token são retornados como objetos PyTorch tensores, conforme 
especificado porreturn_tensors="pt". Para outros tipos de tensores de retorno, 
consulte a Hugging Face documentação de apply_chat_template.

• Os IDs de token são enviados para um dispositivo em que o modelo está localizado para 
que possam ser usados pelo modelo.

• generations— Uma variável que contém a resposta gerada pelo seu LLM. A função 
generate do modelo usa as seguintes entradas para gerar a resposta:

• O input_ids da etapa anterior.

• O parâmetro max_new_tokens especificado emHFModelConfig.

• pad_token_idA adiciona um token de fim de frase (eos) à resposta. Para outros tokens 
que você pode usar, consulte a Hugging Face documentação do PreTrainedTokenizer.
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• generation_contains_input— Uma variável booleana que retorna True quando a 
resposta gerada inclui o prompt de entrada em sua resposta e de False outra forma. O valor 
de retorno é calculado usando uma comparação elemento a elemento entre os itens a seguir.

• Todos os IDs de token no prompt de entrada que estão contidos 
eminput_ids["input_ids"][0].

• O início do conteúdo gerado que está contido emgenerations[0][: 
input_ids["input_ids"].shape[1]].

O predict método retornará um aviso se você direcionou o LLM para
remove_prompt_from_generated_text em sua configuração, mas a resposta gerada 
não contiver o prompt de entrada.

A saída do predict método contém uma string retornada pelo batch_decode
método, que converte IDs de token retornados na resposta em texto legível por 
humanos. Se você especificou remove_prompt_from_generated_text
comoTrue, o prompt de entrada será removido do texto gerado. Se você especificou
remove_prompt_from_generated_text comoFalse, o texto gerado será retornado 
sem nenhum símbolo especial incluído no dicionáriospecial_token_dict, conforme 
especificado porskip_special_tokens=True.

3. Teste seuModelRunner. Envie uma solicitação de amostra para seu modelo.

O exemplo a seguir mostra como testar um modelo usando o modelo gpt2 pré-treinado da 
Hugging Face AutoConfig classe:

hf_config = HFModelConfig(model_name="gpt2", max_new_tokens=32)
model = HuggingFaceCausalLLMModelRunner(model_config=hf_config)

No exemplo de código anterior, model_name especifica o nome do modelo pré-treinado. 
A HFModelConfig classe é instanciada como hf_config com um valor para o parâmetro
max_new_tokens e usada para inicializar. ModelRunner

Se você quiser usar outro modelo pré-treinadoHugging Face, escolha um
pretrained_model_name_or_path from_pretrained abaixo AutoClass.

Por fim, teste seu. ModelRunner Envie uma solicitação de amostra para seu modelo, conforme 
mostrado no exemplo de código a seguir:

model_output = model.predict("London is the capital of?")[0]
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print(model_output)
eval_algo.evaluate_sample()

Tutoriais de cadernos

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.

Important

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade 
para a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior 
do Amazon SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O 
recurso de avaliação da fundação só pode ser usado na experiência atualizada. Para obter 
informações sobre como atualizar o Studio, consulteMigração do Amazon SageMaker 
Studio Classic. Para obter informações sobre como usar o aplicativo Studio Classic, 
consulteAmazon SageMaker Studio Clássico.

Esta seção fornece os seguintes tutoriais do notebook, que incluem exemplos de código e 
explicações:

• Como avaliar um SageMaker JumpStart modelo para estereotipagem imediata.

• Como avaliar a precisão do resumo do texto em um modelo Amazon Bedrock.

Como avaliar um SageMaker JumpStart modelo para estereotipagem imediata

Você pode usar um ModelRunner invólucro de alto nível para avaliar um SageMaker JumpStart 
modelo da Amazon para estereotipagem imediata. O algoritmo de estereotipagem imediata mede 
a probabilidade de seu modelo codificar vieses em sua resposta. Esses preconceitos incluem raça, 
gênero, orientação sexual, religião, idade, nacionalidade, deficiência, aparência física e status 
socioeconômico.

Este tutorial mostra como carregar o modelo Falcon 7-B do Technology Innovation Institute, 
disponível em SageMaker JumpStart, e solicitar que esse modelo gere respostas às solicitações. Em 
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seguida, este tutorial mostra como avaliar as respostas para estereotipagem imediata em relação ao 
conjunto de dados de desafio de código aberto Crows-pairs integrado.

As seções deste tutorial mostram como fazer o seguinte:

• Configurar o ambiente do

• Execute a avaliação do seu modelo.

• Visualize os resultados da sua análise.

Configure o ambiente

Pré-requisitos

• Use um ambiente de kernel básico Python 3.10 e uma instância do ml.g4dn.2xlarge Amazon 
Elastic Compute Cloud (Amazon EC2) antes de começar este tutorial.

Para obter mais informações sobre os tipos de instância e seus casos de uso recomendados, 
consulteTipos de instância do Studio Classic disponíveis.

Instale as bibliotecas necessárias

1. Instale o SageMaker,fmeval, e outras bibliotecas necessárias em seu código da seguinte 
forma:

!pip3 install sagemaker
!pip3 install -U pyarrow
!pip3 install -U accelerate
!pip3 install "ipywidgets>=8"
!pip3 install jsonlines
!pip install fmeval
!pip3 install boto3==1.28.65
import sagemaker

2. Faça o download do JSON Lines conjunto de dados de amostra crows-pairs_sample.jsonl em 
seu diretório de trabalho atual.

3. Verifique se seu ambiente contém o arquivo de entrada de amostra usando o código a seguir:

import glob
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# Check for fmeval wheel and built-in dataset
if not glob.glob("crows-pairs_sample.jsonl"): 
    print("ERROR - please make sure file exists: crows-pairs_sample.jsonl") 
                         

4. Defina um SageMaker JumpStart modelo da seguinte forma:

from sagemaker.jumpstart.model import JumpStartModel

model_id, model_version, = (
"huggingface-llm-falcon-7b-instruct-bf16",
"*",
)

5. Implante o SageMaker JumpStart modelo e crie um endpoint da seguinte forma:

my_model = JumpStartModel(model_id=model_id)
predictor = my_model.deploy()
endpoint_name = predictor.endpoint_name

6. Defina um prompt e o formato da solicitação do modelo, ou carga útil, da seguinte forma:

prompt = "London is the capital of"
payload = { 
    "inputs": prompt, 
    "parameters": { 
        "do_sample": True, 
        "top_p": 0.9, 
        "temperature": 0.8, 
        "max_new_tokens": 1024, 
        "decoder_input_details" : True, 
        "details" : True 
    },
}

No exemplo de código anterior, os seguintes parâmetros estão incluídos na solicitação do 
modelo:

• do_sample— Instrui o modelo a extrair amostras dos resultados brutos do modelo (antes 
da normalização) durante a inferência do modelo para introduzir diversidade e criatividade 
nas respostas do modelo. Padronizado como False. Se você do_sample definir comoTrue, 
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deverá especificar um valor para um dos seguintes parâmetros:temperature,top_k,top_p, 
outypical_p.

• top_p— Controla a aleatoriedade limitando o conjunto de tokens a serem considerados ao 
gerar o próximo token. Valores mais altos de top_p permitem um conjunto contendo um 
vocabulário mais amplo. Valores mais baixos restringem o conjunto de tokens a palavras mais 
prováveis. Os intervalos para top_p são maiores que 0 e menores que1.

• temperature— Controla a aleatoriedade do texto gerado. Valores mais altos de
temperature instruem o modelo a gerar respostas mais aleatórias e diversas. Valores mais 
baixos geram respostas mais previsíveis. Os valores para temperature devem ser positivos.

• max_new_tokens— Limita a duração da resposta limitando o número de tokens retornados 
pelo seu modelo. Padronizado como 20.

• decoder_input_details— Retorna informações sobre as probabilidades de log atribuídas 
pelo modelo a cada próximo token em potencial e os IDs de token correspondentes. Se
decoder_input_details estiver definido comoTrue, você também deverá definir como
details para True receber os detalhes solicitados. Padronizado como False.

Para obter mais informações sobre os parâmetros desse Hugging Face modelo, consulte
types.py.

Envie um exemplo de solicitação de inferência

Para testar seu modelo, envie uma solicitação de amostra para seu modelo e imprima a resposta do 
modelo da seguinte forma:

response = predictor.predict(payload)
print(response[0]["generated_text"])

No exemplo de código anterior, se seu modelo forneceu a resposta[{"response": "this is 
the output"}], a print instrução retornaráthis is the output.

Configurar o FMEval

1. Carregue as bibliotecas necessárias para executar o FMEval da seguinte forma:

import fmeval
from fmeval.data_loaders.data_config import DataConfig
from fmeval.model_runners.sm_jumpstart_model_runner import JumpStartModelRunner
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from fmeval.constants import MIME_TYPE_JSONLINES
from fmeval.eval_algorithms.prompt_stereotyping import PromptStereotyping, 
 PROMPT_STEREOTYPING
from fmeval.eval_algorithms import EvalAlgorithm

2. Defina a configuração de dados para seu conjunto de dados de entrada.

Se você não usa um conjunto de dados integrado, sua configuração de dados deve identificar 
a coluna que contém mais distorções. sent_more_input_location Você também deve 
identificar a coluna que contém menos distorçõessent_less_input_location. Se você 
estiver usando um conjunto de dados integrado do SageMaker JumpStart, esses parâmetros 
serão passados para o FMEval automaticamente por meio dos metadados do modelo.

Especifique as sent_less_input_location colunas sent_more_input_location e para 
uma tarefa de estereotipagem rápida, o nome, o identificador uniforme de recursos (URI) e o 
tipo. MIME

config = DataConfig( 
    dataset_name="crows-pairs_sample", 
    dataset_uri="crows-pairs_sample.jsonl", 
    dataset_mime_type=MIME_TYPE_JSONLINES, 
    sent_more_input_location="sent_more", 
    sent_less_input_location="sent_less", 
    category_location="bias_type",
)

Para obter mais informações sobre as informações da coluna que outras tarefas exigem, 
consulte a seção Usar um conjunto de dados de entrada personalizado emUse um conjunto de 
dados de entrada personalizado.

3. Configure um personalizado ModelRunner conforme mostrado no exemplo de código a seguir:

js_model_runner = JumpStartModelRunner( 
    endpoint_name=endpoint_name, 
    model_id=model_id, 
    model_version=model_version, 
    output='[0].generated_text', 
    log_probability='[0].details.prefill[*].logprob', 
    content_template='{"inputs": $prompt, "parameters":  
    {"do_sample": true, "top_p": 0.9, "temperature": 0.8, "max_new_tokens": 1024,  
    "decoder_input_details": true,"details": true}}',
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)

O exemplo de código anterior especifica o seguinte:

• endpoint_name— O nome do endpoint que você criou na etapa anterior de instalação de 
bibliotecas necessárias.

• model_id— O ID usado para especificar seu modelo. Esse parâmetro foi especificado 
quando o SageMaker JumpStart modelo foi definido.

• model_version— A versão do seu modelo usada para especificar seu modelo. Esse 
parâmetro foi especificado quando o SageMaker JumpStart modelo foi definido.

• output— Captura a saída do modelo Falcon 7b, que retorna sua resposta em uma chave.
generated_text Se seu modelo forneceu a resposta[{"generated_text": "this is 
the output"}], então [0].generated_text retornaráthis is the output.

• log_probability— Captura a probabilidade logarítmica retornada por esse SageMaker 
JumpStart modelo.

• content_template— Especifica como seu modelo interage com as solicitações. O modelo 
de configuração de exemplo é detalhado somente para explicar o exemplo anterior e não é 
obrigatório. Os parâmetros no modelo de conteúdo são os mesmos declarados parapayload. 
Para obter mais informações sobre os parâmetros desse Hugging Face modelo, consulte
types.py.

4. Configure seu relatório de avaliação e salve-o em um diretório, conforme mostrado no código de 
exemplo a seguir:

import os
eval_dir = "results-eval-prompt-stereotyping"
curr_dir = os.getcwd()
eval_results_path = os.path.join(curr_dir, eval_dir) + "/"
os.environ["EVAL_RESULTS_PATH"] = eval_results_path
if os.path.exists(eval_results_path): 
    print(f"Directory '{eval_results_path}' exists.")
else: 
    os.mkdir(eval_results_path)

5. Configure um fator de paralelização da seguinte forma:

os.environ["PARALLELIZATION_FACTOR"] = "1"
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PARALLELIZATION_FACTORA é um multiplicador do número de lotes simultâneos enviados à 
sua instância de computação. Se o seu hardware permitir a paralelização, você poderá definir 
esse número para multiplicar o número de invocações para seu trabalho de avaliação. Por 
exemplo, se você tiver 100 invocações e PARALLELIZATION_FACTOR estiver definido como2, 
seu trabalho 200 executará invocações. Você pode aumentar PARALLELIZATION_FACTOR
até 10 ou remover totalmente a variável. Para ler um blog sobre como o AWS Lambda usa,
PARALLELIZATION_FACTOR consulte Novos controles de escalabilidade do AWS Lambda para 
fontes de eventos do Kinesis e do DynamoDB.

Execute a avaliação do seu modelo

1. Defina seu algoritmo de avaliação. O exemplo a seguir mostra como definir um
PromptStereotyping algoritmo:

eval_algo = PromptStereotyping()

Para exemplos de algoritmos que calculam métricas para outras tarefas de avaliação, consulte
Avaliar seu modelo emUse a fmeval biblioteca para executar uma avaliação automática.

2. Execute seu algoritmo de avaliação. O exemplo de código a seguir usa o modelo e a 
configuração de dados que foram definidos anteriormente e uma prompt_template que usa
feature para transmitir sua solicitação ao modelo da seguinte forma:

eval_output = eval_algo.evaluate(model=js_model_runner, dataset_config=config,  
prompt_template="$feature", save=True)

A saída do seu modelo pode ser diferente da saída de amostra anterior.

Veja os resultados da sua análise

1. Analise um relatório de avaliação do eval_output objeto retornado pelo algoritmo de avaliação 
da seguinte forma:

import json
print(json.dumps(eval_output, default=vars, indent=4))

O comando anterior retorna a seguinte saída (condensada para resumir):
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[ 
    { 
        "eval_name": "prompt_stereotyping", 
        "dataset_name": "crows-pairs_sample", 
        "dataset_scores": [ 
            { 
                "name": "prompt_stereotyping", 
                "value": 0.6666666666666666 
            } 
        ], 
        "prompt_template": "$feature", 
        "category_scores": [ 
            { 
                "name": "disability", 
                "scores": [ 
                    { 
                        "name": "prompt_stereotyping", 
                        "value": 0.5 
                    } 
                ] 
            }, 
            ... 
        ], 
        "output_path": "/home/sagemaker-user/results-eval-prompt-stereotyping/
prompt_stereotyping_crows-pairs_sample.jsonl", 
        "error": null 
    }
]

O exemplo de saída anterior exibe uma pontuação geral para o conjunto de dados a 
seguir"name": prompt_stereotyping. Essa pontuação é a diferença normalizada nas 
probabilidades logarítmicas entre a resposta do modelo, fornecendo mais versus menos viés. 
Se a pontuação for maior que0.5, isso significa que a resposta do seu modelo tem maior 
probabilidade de retornar uma resposta contendo mais viés. Se a pontuação for menor que0.5, 
é mais provável que seu modelo retorne uma resposta contendo menos viés. Se a pontuação 
for0.5, a resposta do modelo não contém viés conforme medido pelo conjunto de dados de 
entrada. Você usará o output_path para criar um Pandas DataFrame na etapa seguinte.

2. Importe seus resultadosDataFrame, leia-os em um e anexe as pontuações de estereotipagem 
imediatas à entrada do modelo, à saída do modelo e à saída alvo da seguinte forma:
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import pandas as pd
data = []
with open(os.path.join(eval_results_path,  
"prompt_stereotyping_crows-pairs_sample.jsonl"), "r") as file:
for line in file:
data.append(json.loads(line))
df = pd.DataFrame(data)
df['eval_algo'] = df['scores'].apply(lambda x: x[0]['name'])
df['eval_score'] = df['scores'].apply(lambda x: x[0]['value'])
df

Para um notebook que contém os exemplos de código fornecidos nesta seção, consulte
jumpstart-falcon-stereotyping.ipnyb.

Como avaliar a precisão do resumo de texto de um modelo Amazon Bedrock

Você pode usar um ModelRunner wrapper de alto nível para criar uma avaliação personalizada com 
base em um modelo hospedado fora do. SageMaker JumpStart

Este tutorial mostra como carregar o modelo Anthropic Claude 2, disponível no Amazon Bedrock, 
e solicitar que esse modelo resuma as solicitações de texto. Em seguida, este tutorial mostra como 
avaliar a precisão da resposta do modelo usando as BERTScoremétricas Rouge-LMeteor, e.

Os tutoriais mostram como fazer o seguinte:

• Configurar o ambiente do

• Execute a avaliação do seu modelo.

• Visualize os resultados da sua análise.

Configure o ambiente

Pré-requisitos

• Use um ambiente de kernel básico Python 3.10 e uma instância do ml.m5.2xlarge Amazon 
Elastic Compute Cloud (Amazon EC2) antes de começar este tutorial.

Para obter mais informações sobre os tipos de instância e seus casos de uso recomendados, 
consulteTipos de instância do Studio Classic disponíveis.
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Configurar o Amazon Bedrock

Antes de usar um modelo Amazon Bedrock, você precisa solicitar acesso a ele.

1. Faça login no seuConta da AWS.

• Se você não tiver uma AWS conta, consulte Criar uma AWS conta em Configurar o Amazon 
Bedrock.

2. Abra o console do Amazon Bedrock.

3. No Bem-vindo ao Amazon Bedrock! Na seção que se abre, escolha Gerenciar acesso ao 
modelo.

4. Na seção Acesso ao modelo exibida, escolha Gerenciar acesso ao modelo.

5. Na seção Modelos básicos exibida, marque a caixa ao lado de Claude listada na subseção
Antrópica de Modelos.

6. Escolha Solicitar acesso ao modelo.

7. Se sua solicitação for bem-sucedida, uma marca de seleção com Acesso concedido deverá 
aparecer em Status de acesso ao lado do modelo selecionado.

8. Talvez seja necessário fazer login novamente Conta da AWS para poder acessar o modelo.

Instale as bibliotecas necessárias

1. Em seu código, instale as boto3 bibliotecas fmeval e da seguinte forma:

!pip install fmeval
!pip3 install boto3==1.28.65

2. Importe bibliotecas, defina um fator de paralelização e invoque um cliente Amazon Bedrock da 
seguinte forma:

import boto3
import json
import os

# Dependent on available hardware and memory
os.environ["PARALLELIZATION_FACTOR"] = "1"

# Bedrock clients for model inference
bedrock = boto3.client(service_name='bedrock')
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bedrock_runtime = boto3.client(service_name='bedrock-runtime')

No exemplo de código anterior, o seguinte se aplica:

• PARALLELIZATION_FACTOR— Um multiplicador para o número de lotes simultâneos 
enviados para sua instância de computação. Se o seu hardware permitir a paralelização, 
você pode definir esse número para multiplicar o número de invocações para seu trabalho 
de avaliação. Por exemplo, se você tiver 100 invocações e PARALLELIZATION_FACTOR
estiver definido como2, seu trabalho 200 executará invocações. Você pode aumentar
PARALLELIZATION_FACTOR até 10 ou remover totalmente a variável. Para ler um blog 
sobre como o AWS Lambda usa, PARALLELIZATION_FACTOR consulte Novos controles de 
escalabilidade do AWS Lambda para fontes de eventos do Kinesis e do DynamoDB.

3. Baixe o JSON Lines conjunto de dados de amostra, xsum_sample.jsonl, em seu diretório de 
trabalho atual.

4. Verifique se seu ambiente contém o arquivo de entrada de amostra da seguinte forma:

import glob

# Check for the built-in dataset
if not glob.glob("xsum_sample.jsonl"): 
    print("ERROR - please make sure file exists: xsum_sample.jsonl")

Envie um exemplo de solicitação de inferência para seu modelo

1. Defina o modelo e o MIME tipo do seu prompt. Para um modelo Anthropic Claude 2 hospedado 
no Amazon Bedrock, sua solicitação deve ser estruturada da seguinte forma:

import json
model_id = 'anthropic.claude-v2'
accept = "application/json"
contentType = "application/json"
# Ensure that your prompt has the correct format
prompt_data = """Human: Who is Barack Obama?
Assistant:
"""

Para obter mais informações sobre como estruturar o corpo da sua solicitação, consulte Campo 
do corpo da solicitação de invocação do modelo. Outros modelos podem ter formatos diferentes.
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2. Envie uma solicitação de amostra para seu modelo. O corpo da solicitação contém o prompt 
e todos os parâmetros adicionais que você deseja definir. Um exemplo de solicitação com o
max_tokens_to_sample conjunto a 500 seguir:

body = json.dumps({"prompt": prompt_data, "max_tokens_to_sample": 500})
response = bedrock_runtime.invoke_model(
body=body, modelId=model_id, accept=accept, contentType=contentType
)
response_body = json.loads(response.get("body").read())
print(response_body.get("completion"))

No exemplo de código anterior, você pode definir os seguintes parâmetros:

• temperature— Controla a aleatoriedade do texto gerado e aceita valores positivos. Valores 
mais altos de temperature instruem o modelo a gerar respostas mais aleatórias e diversas. 
Valores mais baixos geram respostas mais previsíveis. temperatureIntervalos entre 0 e1, 
com um valor padrão de 0,5.

• topP— Controla a aleatoriedade limitando o conjunto de tokens a serem considerados 
ao gerar o próximo token. Valores mais altos topP permitem um conjunto contendo um 
vocabulário mais amplo e valores mais baixos restringem o conjunto de símbolos a palavras 
mais prováveis. Os intervalos de topP são 0 até1, com um valor padrão de1.

• topK— Limita as previsões do modelo aos principais tokens k mais prováveis. Valores mais 
altos de topK permitem respostas mais inventivas. Valores mais baixos geram respostas mais 
coerentes. Os intervalos de topK são 0 até500, com um valor padrão de250.

• max_tokens_to_sample— Limita a duração da resposta limitando o número de tokens 
retornados pelo seu modelo. Os intervalos de max_tokens_to_sample são 0 até4096, com 
um valor padrão de200.

• stop_sequences— Especifica uma lista de sequências de caracteres que instruem seu 
modelo a parar de gerar uma resposta. A saída do modelo é interrompida na primeira vez 
que qualquer uma das sequências listadas é encontrada na saída. A resposta não contém 
a sequência de parada. Por exemplo, você pode usar uma sequência de retorno de carro 
para limitar a resposta do modelo a uma única linha. Você pode configurar sequências até 4
paradas.

Para obter mais informações sobre os parâmetros que você pode especificar em uma 
solicitação, consulte Modelos antrópicos de Claude.
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Configurar o FMEval

1. Carregue as bibliotecas necessárias para executar o FMEval da seguinte forma:

from fmeval.data_loaders.data_config import DataConfig
from fmeval.model_runners.bedrock_model_runner import BedrockModelRunner
from fmeval.constants import MIME_TYPE_JSONLINES
from fmeval.eval_algorithms.summarization_accuracy import SummarizationAccuracy, 
 SummarizationAccuracyConfig

2. Defina a configuração de dados para seu conjunto de dados de entrada.

O exemplo de entrada a seguir está a uma linha dexsum_sample.jsonl:

{ 
    "document": "23 October 2015 Last updated at 17:44 
        BST\nIt's the highest rating a tropical storm  
        can get and is the first one of this magnitude 
        to hit mainland Mexico since 1959.\nBut how are  
        the categories decided and what do they mean?  
        Newsround reporter Jenny Lawrence explains.", 
    "summary": "Hurricane Patricia has been rated as  
        a category 5 storm.", 
    "id": "34615665",
}

O exemplo de entrada anterior contém o texto a ser resumido dentro da document chave. A 
referência com a qual avaliar a resposta do seu modelo está na summary chave. Você deve 
usar essas chaves em sua configuração de dados para especificar quais colunas contêm as 
informações que o FMEval precisa para avaliar a resposta do modelo.

Sua configuração de dados deve identificar o texto em que seu modelo deve ser 
resumido. model_input_location Você deve identificar o valor de referência 
comtarget_output_location.

O exemplo de configuração de dados a seguir se refere ao exemplo de entrada anterior para 
especificar as colunas necessárias para uma tarefa de resumo de texto, o nome, o identificador 
uniforme de recursos (URI) e o MIME tipo:

config = DataConfig( 
    dataset_name="xsum_dataset", 
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    dataset_uri="xsum_sample.jsonl", 
    dataset_mime_type=MIME_TYPE_JSONLINES, 
    model_input_location="document", 
    target_output_location="summary"
)

Para obter mais informações sobre as informações da coluna necessárias para outras tarefas, 
consulte a seção Usar um conjunto de dados de entrada personalizado emUse uma avaliação 
automática.

3. Configure um personalizado ModelRunner conforme mostrado no exemplo de código a seguir:

bedrock_model_runner = BedrockModelRunner( 
    model_id=model_id, 
    output='completion', 
    content_template='{"prompt": $prompt, "max_tokens_to_sample": 500}'
)

O exemplo de código anterior especifica o seguinte:

• model_id— O ID usado para especificar seu modelo.

• output— Captura a saída do modelo Anthropic Claude 2, que retorna sua resposta em uma 
chave. completion

• content_template— Especifica como seu modelo interage com as solicitações. O modelo 
de configuração de exemplo é detalhado a seguir apenas para explicar o exemplo anterior e 
não é obrigatório.

• No content_template exemplo anterior, o seguinte se aplica:

• A variável prompt especifica o prompt de entrada, que captura a solicitação feita pelo 
usuário.

• A variável max_tokens_to_sample especifica o número máximo de tokens para500, a 
fim de limitar o comprimento da resposta.

Para obter mais informações sobre os parâmetros que você pode especificar em sua 
solicitação, consulte Modelos antrópicos de Claude.

O formato do content_template parâmetro depende das entradas e dos parâmetros 
suportados pelo seu LLM. Neste tutorial, o modelo Claude 2 da Anthropic usa o seguinte:
content_template
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   "content_template": "{\"prompt\": $prompt, \"max_tokens_to_sample\": 500}"

Como outro exemplo, o modelo Falcon 7b pode suportar o seguinte: content_template

"content_template": "{\"inputs\": $prompt, \"parameters\":{\"max_new_tokens\": 
 \ 
    10, \"top_p\": 0.9, \"temperature\": 0.8}}"

Execute a avaliação do seu modelo

Defina e execute seu algoritmo de avaliação

1. Defina seu algoritmo de avaliação. O exemplo a seguir mostra como definir um
SummarizationAccuracy algoritmo, que é usado para determinar a precisão das tarefas de 
resumo de texto:

eval_algo = SummarizationAccuracy(SummarizationAccuracyConfig())

Para exemplos de algoritmos que calculam métricas para outras tarefas de avaliação, consulte
Avaliar seu modelo emUse a fmeval biblioteca para executar uma avaliação automática.

2. Execute seu algoritmo de avaliação. O exemplo de código a seguir usa a configuração de dados 
que foi definida anteriormente e uma prompt_template que usa as Assistant chaves
Human and:

eval_output = eval_algo.evaluate(model=bedrock_model_runner,  
dataset_config=config,
prompt_template="Human: $feature\n\nAssistant:\n", save=True)

No exemplo de código anterior, feature contém o prompt no formato esperado pelo modelo 
Amazon Bedrock.

Veja os resultados da sua análise

1. Analise um relatório de avaliação do eval_output objeto retornado pelo algoritmo de avaliação 
da seguinte forma:
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# parse report
print(json.dumps(eval_output, default=vars, indent=4))

O comando anterior retorna a seguinte saída:

[ 
    { 
        "eval_name": "summarization_accuracy", 
        "dataset_name": "xsum_dataset", 
        "dataset_scores": [ 
            { 
                "name": "meteor", 
                "value": 0.2048823008681274 
            }, 
            { 
                "name": "rouge", 
                "value": 0.03557697913367101 
            }, 
            { 
                "name": "bertscore", 
                "value": 0.5406564395678671 
            } 
        ], 
        "prompt_template": "Human: $feature\n\nAssistant:\n", 
        "category_scores": null, 
        "output_path": "/tmp/eval_results/
summarization_accuracy_xsum_dataset.jsonl", 
        "error": null 
    }
]

O exemplo de saída anterior exibe as três pontuações de precisão: MeteorRouge, BERTScore, 
eprompt_template, a entrada, a, category_score se você solicitou uma, quaisquer erros 
e output_path a. Você usará o output_path para criar um Pandas DataFrame na etapa 
seguinte.

2. Importe seus resultadosDataFrame, leia-os em um e anexe as pontuações de precisão à 
entrada do modelo, à saída do modelo e à saída alvo da seguinte forma:

import pandas as pd
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data = []
with open("/tmp/eval_results/summarization_accuracy_xsum_dataset.jsonl", "r") as 
 file: 
    for line in file: 
        data.append(json.loads(line))
df = pd.DataFrame(data)
df['meteor_score'] = df['scores'].apply(lambda x: x[0]['value'])
df['rouge_score'] = df['scores'].apply(lambda x: x[1]['value'])
df['bert_score'] = df['scores'].apply(lambda x: x[2]['value'])
df

Nessa invocação, o exemplo de código anterior retorna a seguinte saída (contratada para fins de 
brevidade):

model_input     model_output     target_output     prompt     scores     
 meteor_score     rouge_score     bert_score
0     John Edward Bates, formerly of Spalding, Linco...     I cannot make any 
 definitive judgments, as th...     A former Lincolnshire Police officer carried 
 o...     Human: John Edward Bates, formerly of Spalding...     [{'name': 'meteor', 
 'value': 0.112359550561797...     0.112360     0.000000     0.543234 ...
1     23 October 2015 Last updated at 17:44 BST\nIt'...     Here are some key 
 points about hurricane/trop...     Hurricane Patricia has been rated as a 
 categor...     Human: 23 October 2015 Last updated at 17:44 B...     [{'name': 
 'meteor', 'value': 0.139822692925566...     0.139823     0.017621     0.426529 ...
2     Ferrari appeared in a position to challenge un...     Here are the key points 
 from the article:\n\n...     Lewis Hamilton stormed to pole position at the...     
 Human: Ferrari appeared in a position to chall...     [{'name': 'meteor', 'value': 
 0.283411142234671...     0.283411     0.064516     0.597001 ...
3     The Bath-born player, 28, has made 36 appearan...     Okay, let me summarize 
 the key points from th...     Newport Gwent Dragons number eight Ed Jackson ... 
     Human: The Bath-born player, 28, has made 36 a...     [{'name': 'meteor', 
 'value': 0.089020771513353...     0.089021     0.000000     0.533514 ...
...

A saída do seu modelo pode ser diferente da saída de amostra anterior.

Para um notebook que contém os exemplos de código fornecidos nesta seção, consulte
bedrock-claude-summarization-accuracy.ipnyb.
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Cadernos adicionais

O GitHub diretório fmeval contém os seguintes exemplos adicionais de notebooks:

• bedrock-claude-factual-knowledge.ipnyb — Avalia um modelo Anthropic Claude 2 hospedado no 
Amazon Bedrock para obter conhecimento factual.

• byo-model-outputs.ipynb — Avalia um modelo Falcon 7b hospedado SageMaker JumpStart 
para conhecimento factual, onde você traz suas próprias saídas de modelo em vez de enviar 
solicitações de inferência para seu modelo.

• custom_model_runner_chat_gpt.ipnyb — Avalia um modelo personalizado hospedado em busca 
de conhecimento factual. ChatGPT 3.5 Hugging Face

Guia de solução de problemas do FMEval

O Foundation Model Evaluations (FMEval) está em versão prévia do Amazon SageMaker Clarify e 
está sujeito a alterações.

Important

Para usar o SageMaker Clarify Foundation Model Evaluations (FMEval), você deve fazer o 
upgrade para a nova experiência do Studio.
Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. O FMEval não está disponível no Amazon 
SageMaker Studio Classic.
Para obter informações sobre como fazer o upgrade para a nova experiência do Studio, 
consulteMigração do Amazon SageMaker Studio Classic. Para obter informações sobre 
como usar o aplicativo Studio Classic, consulteAmazon SageMaker Studio Clássico.

Se você encontrar um erro ao criar uma avaliação do modelo básico, use a lista a seguir para 
solucionar problemas de sua avaliação. Se precisar de mais ajuda, entre em contato com AWS 
Supportnossos fóruns de AWS desenvolvedores da Amazon SageMaker.

Tópicos

• Erro ao carregar seus dados de um bucket do Amazon S3

Guia de solução de problemas 5540

https://github.com/aws/fmeval/tree/main/examples
https://github.com/aws/fmeval/blob/main/examples/bedrock-claude-factual-knowledge.ipynb
https://www.anthropic.com/index/claude-2
https://github.com/aws/fmeval/blob/main/examples/byo-model-outputs.ipynb
https://huggingface.co/tiiuae/falcon-7b
https://github.com/aws/fmeval/blob/main/examples/custom_model_runner_chat_gpt.ipynb
https://console.aws.amazon.com/support/
https://console.aws.amazon.com/support/
https://forums.aws.amazon.com/forum.jspa?forumID=285


Amazon SageMaker Guia do Desenvolvedor

• Falha na conclusão do trabalho de processamento

• Você não consegue encontrar avaliações do modelo básico no console SageMaker

• Seu modelo não suporta estereótipos imediatos

Erro ao carregar seus dados de um bucket do Amazon S3

Ao criar uma avaliação do modelo básico, você deve definir as permissões corretas para o bucket do 
S3 no qual deseja armazenar a entrada e a saída do modelo. Se as permissões de compartilhamento 
de recursos de origem cruzada (CORS) não estiverem definidas corretamente, SageMaker gerará o 
seguinte erro:

Error: Failed to put object in s3: Error while uploading object to s3Error: 
Failed to put object in S3: NetworkError when attempting to fetch resource.

Para definir as permissões corretas do bucket, siga as instruções em Configurar seu ambiente
emUse uma avaliação automática em uma interface.

Falha na conclusão do trabalho de processamento

Os motivos mais comuns pelos quais seu trabalho de processamento não foi concluído incluem o 
seguinte:

• Cota insuficiente

• Memória insuficiente

• Não passou na verificação de ping

Consulte as seções a seguir para ajudá-lo a mitigar cada problema.

Cota insuficiente

Quando você executa uma avaliação de modelo básico para um modelo não implantado SageMaker 
JumpStart, o SageMaker Clarify implanta seu modelo de linguagem grande (LLM) em um SageMaker 
endpoint em sua conta. Se sua conta não tiver cota suficiente para executar o SageMaker JumpStart 
modelo selecionado, o trabalho falhará com umClientError. Para aumentar sua cota, siga estas 
etapas:
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Solicite um aumento AWS de Quotas de Serviço

1. Recupere o nome da instância, a cota atual e a cota necessária na mensagem de erro na tela. 
Por exemplo, no seguinte erro:

• O nome da instância éml.g5.12xlarge.

• A cota atual do número a seguir current utilization é 0 instances

• A cota adicional exigida do número a seguir request delta é1 instances.

O exemplo de erro é o seguinte:

ClientError: An error occurred (ResourceLimitExceeded) when calling 
the CreateEndpoint operation: The account-level service limit 
'ml.g5.12xlarge for endpoint usage' is 0 Instances, with current 
utilization of 0 Instances and a request delta of 1 Instances. Please 
use AWS Service Quotas to request an increase for this quota. If AWS 
Service Quotas is not available, contact AWS support to request an 
increase for this quota

2. Faça login AWS Management Console e abra o console Service Quotas.

3. No painel de navegação, em Gerenciar cotas, insira. Amazon SageMaker

4. Escolha Exibir cotas.

5. Na barra de pesquisa, em Cotas de serviço, insira o nome da instância da Etapa 1. Por exemplo, 
usando as informações contidas na mensagem de erro da Etapa 1, insiraml.g5.12xlarge.

6. Escolha o nome da cota que aparece ao lado do nome da instância e termina com para uso 
do endpoint. Por exemplo, usando as informações contidas na mensagem de erro da Etapa 1, 
escolha ml.g5.12xlarge para uso do endpoint.

7. Escolha Solicitar aumento no nível da conta.

8. Em Aumentar valor da cota, insira a cota necessária a partir das informações fornecidas na 
mensagem de erro da Etapa 1. Insira o total de current utilization request delta e. 
No exemplo anterior, o erro current utilization é 0 Instances e o request delta é1 
Instances. Neste exemplo, solicite uma cota de 1 para fornecer a cota necessária.

9. Escolha Solicitar.

10. Escolha Histórico de solicitações de cotas no painel de navegação.

11. Quando o status mudar de Pendente para Aprovado, execute seu trabalho novamente. Talvez 
seja necessário atualizar seu navegador para ver a alteração.
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Para obter mais informações sobre como solicitar um aumento em sua cota, consulte Solicitando um
aumento de cota.

Memória insuficiente

Se você iniciar uma avaliação do modelo básico em uma instância do Amazon EC2 que não tem 
memória suficiente para executar um algoritmo de avaliação, o trabalho falhará com o seguinte erro:

The actor is dead because its worker process has died. Worker exit 
type: SYSTEM_ERROR Worker exit detail: Worker unexpectedly exits with 
a connection error code 2. End of file. There are some potential root 
causes. (1) The process is killed by SIGKILL by OOM killer due to high 
memory usage. (2) ray stop --force is called. (3) The worker is crashed 
unexpectedly due to SIGSEGV or other unexpected errors. The actor never ran 
- it was cancelled before it started running.

Para aumentar a memória disponível para seu trabalho de avaliação, altere sua instância para uma 
que tenha mais memória. Se você estiver usando a interface do usuário, poderá escolher um tipo 
de instância em Configuração do processador na Etapa 2. Se você estiver executando seu trabalho 
dentro do SageMaker console, inicie um novo espaço usando uma instância com maior capacidade 
de memória.

Para obter uma lista de instâncias do Amazon EC2, consulte Tipos de instância.

Para obter mais informações sobre instâncias com maior capacidade de memória, consulte
Instâncias otimizadas para memória.

Não passou na verificação de ping

Em alguns casos, seu trabalho de avaliação do modelo básico falhará porque não passou por uma 
verificação de ping quando SageMaker estava implantando seu endpoint. Se ele não passar no teste 
de ping, o seguinte erro será exibido:

ClientError: Error hosting endpoint your_endpoint_name: Failed. Reason: The 
primary container for production variant AllTraffic did not pass the ping 
health check. Please check CloudWatch logs for this endpoint..., Job exited 
for model: your_model_name of model_type:  your_model_type

Se seu trabalho gerar esse erro, aguarde alguns minutos e execute seu trabalho novamente. 
Se o erro persistir, entre em contato com AWSSupport ou AWSDeveloper Forums for Amazon 
SageMaker.
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Você não consegue encontrar avaliações do modelo básico no console SageMaker

Para usar o SageMaker Clarify Foundation Model Evaluations, você deve fazer o upgrade para 
a nova experiência do Studio. Em 30 de novembro de 2023, a experiência anterior do Amazon 
SageMaker Studio agora se chama Amazon SageMaker Studio Classic. O recurso de avaliação da 
fundação só pode ser usado na experiência atualizada. Para obter informações sobre como atualizar 
o Studio, consulteMigração do Amazon SageMaker Studio Classic. Para obter informações sobre 
como usar o aplicativo Studio Classic, consulteAmazon SageMaker Studio Clássico.

Seu modelo não suporta estereótipos imediatos

Somente alguns SageMaker JumpStart modelos oferecem suporte à estereotipagem imediata. Se 
você selecionar um SageMaker JumpStart modelo que não seja compatível, o seguinte erro será 
exibido:

{"evaluationMetrics":"This model does not support Prompt stereotyping 
evaluation. Please remove that evaluation metric or select another model 
that supports it."}

Se você receber esse erro, não poderá usar o modelo selecionado em uma avaliação da fundação. 
SageMaker Atualmente, a Clarify está trabalhando para atualizar todos os SageMaker JumpStart 
modelos para tarefas imediatas de estereotipagem, para que possam ser usados em uma avaliação 
de modelo básico.

Use SageMaker Clarify para explicar e detectar preconceitos
Este tópico descreve como entender a imparcialidade e a explicabilidade do modelo e como explicar 
e detectar preconceitos usando o Amazon Clarify. SageMaker Você pode configurar um trabalho 
de processamento do SageMaker Clarify para calcular métricas de viés e atribuições de recursos 
e gerar relatórios para explicar o modelo. SageMaker Os trabalhos de processamento do Clarify 
são implementados usando uma imagem de contêiner especializada do SageMaker Clarify. As 
instruções a seguir mostram como configurar, executar e solucionar problemas de uma tarefa de 
processamento do SageMaker Clarify e como configurar uma análise.

O que é imparcialidade e explicabilidade do modelo para previsões de 
aprendizado de máquina?

Os modelos de aprendizado de máquina (ML) estão ajudando a tomar decisões em áreas como 
serviços financeiros, saúde, educação e recursos humanos. Os formuladores de políticas, 
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reguladores e defensores aumentaram a conscientização sobre os desafios éticos e políticos 
impostos pelo ML e pelos sistemas baseados em dados. O Amazon SageMaker Clarify pode ajudar 
você a entender por que seu modelo de ML fez uma previsão específica e se esse viés afeta essa 
previsão durante o treinamento ou a inferência. SageMaker O Clarify também fornece ferramentas 
que podem ajudá-lo a criar modelos de aprendizado de máquina menos tendenciosos e mais 
compreensíveis. SageMaker O Clarify também pode gerar modelos de relatórios de governança 
que você pode fornecer às equipes de risco e conformidade e aos reguladores externos. Com o 
SageMaker Clarify, você pode fazer o seguinte:

• Detecte o viés e ajude a explicar as previsões do seu modelo.

• Identifique os tipos de viés nos dados de pré-treinamento.

• Identifique os tipos de viés nos dados pós-treinamento que podem surgir durante o treinamento ou 
quando seu modelo está em produção.

SageMaker O Clarify ajuda a explicar como seus modelos fazem previsões usando atribuições de 
recursos. Ele também pode monitorar modelos de inferência que estão em produção tanto para 
o viés quanto para o desvio de atribuição de recursos. Essas informações podem ajudá-lo nas 
seguintes áreas:

• Regulatório — Os formuladores de políticas e outros reguladores podem se preocupar com os 
impactos discriminatórios das decisões que usam resultados de modelos de ML. Por exemplo, um 
modelo de ML pode codificar preconceitos e influenciar uma decisão automatizada.

• Negócios — Os domínios regulamentados podem precisar de explicações confiáveis sobre 
como os modelos de ML fazem previsões. A explicabilidade do modelo pode ser particularmente 
importante para indústrias que dependem de confiabilidade, segurança e conformidade. Isso pode 
incluir serviços financeiros, recursos humanos, assistência médica e transporte automatizado. Por 
exemplo, os pedidos de empréstimo podem precisar fornecer explicações sobre como os modelos 
de ML fizeram determinadas previsões para agentes de crédito, analistas e clientes.

• Ciência de dados — cientistas de dados e engenheiros de ML podem depurar e melhorar modelos 
de ML quando podem determinar se um modelo está fazendo inferências com base em recursos 
ruidosos ou irrelevantes. Eles também podem entender as limitações de seus modelos e os modos 
de falha que seus modelos podem encontrar.

Para uma postagem no blog que mostra como arquitetar e criar um modelo completo de aprendizado 
de máquina para reclamações fraudulentas de automóveis que integre o SageMaker Clarify a um 
SageMaker pipeline, consulte o Architect e crie o ciclo de vida completo do aprendizado de máquina 
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com: AWS Uma demonstração da Amazon. end-to-end SageMaker Esta postagem do blog discute 
como avaliar e mitigar o viés pré-treinamento e pós-treinamento e como os recursos afetam a 
previsão do modelo. A postagem do blog contém links para exemplos de código para cada tarefa no 
ciclo de vida do ML.

Melhores práticas para avaliar a imparcialidade e a explicabilidade no ciclo de vida do 
ML

Justiça como processo — As noções de preconceito e justiça dependem de sua aplicação. A 
medição do viés e a escolha das métricas de viés podem ser orientadas por considerações sociais, 
legais e outras considerações não técnicas. A adoção bem-sucedida de abordagens de ML 
conscientes da imparcialidade inclui criar consenso e alcançar a colaboração entre as principais 
partes interessadas. Isso pode incluir equipes de produtos, políticas, jurídicas, de engenharia, de IA/
ML, usuários finais e comunidades.

Imparcialidade e explicabilidade por design no ciclo de vida do ML — considere a imparcialidade e a 
explicabilidade durante cada estágio do ciclo de vida do ML. Esses estágios incluem a formação do 
problema, a construção do conjunto de dados, a seleção de algoritmos, o processo de treinamento 
do modelo, o processo de teste, a implantação, o monitoramento e o feedback. É importante ter as 
ferramentas certas para fazer essa análise. Recomendamos fazer as seguintes perguntas durante o 
ciclo de vida do ML:

• O modelo incentiva ciclos de feedback que podem produzir resultados cada vez mais injustos?

• Um algoritmo é uma solução ética para o problema?

• Os dados de treinamento são representativos de grupos diferentes?

• Há preconceitos nos rótulos ou nos recursos?

• Os dados precisam ser modificados para mitigar o viés?

• As restrições de justiça precisam ser incluídas na função objetivo?

• O modelo foi avaliado usando métricas de imparcialidade relevantes?

• Existem efeitos desiguais entre os usuários?

• O modelo foi implantado em uma população para a qual não foi treinado ou avaliado?
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Guia para a documentação de SageMaker explicações e preconceitos

O viés pode ocorrer e ser medido nos dados antes e depois do treinamento de um modelo. 
SageMaker O Clarify pode fornecer explicações para as previsões do modelo após o treinamento e 
para os modelos implantados na produção. SageMaker O Clarify também pode monitorar modelos 
em produção para detectar qualquer variação em suas atribuições explicativas de linha de base e 
calcular linhas de base quando necessário. A documentação para explicar e detectar preconceitos 
usando o SageMaker Clarify está estruturada da seguinte forma:

• Para obter informações sobre como configurar uma tarefa de processamento para fins 
tendenciosos e explicáveis, consulte. Configurar um SageMaker Clarify Processing Job

• Para obter informações sobre a detecção de viés no pré-processamento de dados antes de serem 
usados para treinar um modelo, consulte. Detectar o desvio de dados pré-treinamento

• Para obter informações sobre a detecção de dados pós-treinamento e o viés do modelo, consulte.
Detecte dados pós-treinamento e desvio de modelo

• Para obter informações sobre a abordagem de atribuição de recursos independente do modelo 
para explicar as previsões do modelo após o treinamento, consulte. Explicabilidade do modelo

• Para obter informações sobre o monitoramento do desvio da contribuição de recursos em relação 
à linha de base estabelecida durante o treinamento do modelo, consulte. Monitorar o desvio de 
atribuição de recursos para modelos em produção
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• Para obter informações sobre os modelos de monitoramento que estão em produção para o desvio 
da linha de base, consulte. Monitorar o desvio de polarização para modelos em produção

• Para obter informações sobre como obter explicações em tempo real a partir de um SageMaker 
endpoint, consulte. Explicabilidade on-line com Clarify SageMaker

Como funcionam os trabalhos de processamento do SageMaker Clarify

Você pode usar o SageMaker Clarify para analisar seus conjuntos de dados e modelos quanto à 
explicabilidade e ao viés. Um trabalho de processamento do SageMaker Clarify usa o contêiner de 
processamento do SageMaker Clarify para interagir com um bucket do Amazon S3 contendo seus 
conjuntos de dados de entrada. Você também pode usar o SageMaker Clarify para analisar um 
modelo de cliente implantado em um endpoint de SageMaker inferência.

O gráfico a seguir mostra como uma tarefa de processamento do SageMaker Clarify interage com 
seus dados de entrada e, opcionalmente, com um modelo de cliente. Essa interação depende do 
tipo específico de análise que está sendo realizada. O contêiner de processamento SageMaker 
Clarify obtém o conjunto de dados de entrada e a configuração para análise de um bucket S3. 
Para determinados tipos de análise, incluindo análise de recursos, o contêiner de processamento 
do SageMaker Clarify deve enviar solicitações ao contêiner modelo. Em seguida, ele recupera as 
previsões do modelo a partir da resposta que o contêiner do modelo envia. Depois disso, o contêiner 
de processamento do SageMaker Clarify calcula e salva os resultados da análise no bucket do S3.

Você pode executar uma tarefa de processamento do SageMaker Clarify em vários estágios do 
ciclo de vida do fluxo de trabalho de aprendizado de máquina. SageMaker O Clarify pode ajudá-lo a 
calcular os seguintes tipos de análise:

• Métricas de viés antes do treinamento. Essas métricas podem ajudá-lo a entender o viés em seus 
dados para que você possa resolvê-lo e treinar seu modelo em um conjunto de dados mais justo. 
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Consulte Medir o desvio de pré-treinamento para obter informações sobre métricas de viés antes 
do treinamento. Para executar um trabalho de análise de métricas de desvio pré-treinamento, você 
deve fornecer o conjunto de dados e um arquivo de configuração de análise JSON para Configurar 
a análise.

• Métricas de viés pós-treinamento. Essas métricas podem ajudar você a entender qualquer viés 
introduzido por um algoritmo, opções de hiperparâmetros ou qualquer viés que não tenha sido 
aparente no início do fluxo. Para obter mais informações sobre métricas de viés pós-treinamento, 
consulteMeça os dados pós-treinamento e o desvio de modelo. SageMaker O Clarify usa as 
previsões do modelo, além dos dados e rótulos, para identificar o viés. Para executar um trabalho 
de análise de métricas de desvio pós-treinamento, você deve fornecer o conjunto de dados e um 
arquivo de configuração de análise JSON. A configuração deve incluir o nome do modelo ou do 
endpoint.

• Valores bem definidos, que podem ajudar você a entender o impacto que seu recurso tem sobre o 
que seu modelo prevê. Para obter mais informações sobre valores Shapely, consulte. Atributos de 
recursos que usam valores de Shapley Esse recurso exige um modelo treinado.

• Gráficos de dependência parcial (PDPs), que podem ajudá-lo a entender o quanto sua variável-
alvo prevista mudaria se você variasse o valor de um recurso. Para obter mais informações sobre 
PDPs, consulte Análise de gráficos de dependência parcial (PDPs) Esse recurso requer um 
modelo treinado.

SageMaker Esclareça as previsões do modelo de necessidades para calcular métricas de viés pós-
treinamento e atribuições de recursos. Você pode fornecer um endpoint ou o SageMaker Clarify 
criará um endpoint efêmero usando o nome do seu modelo, também conhecido como endpoint 
sombra. O contêiner SageMaker Clarify exclui o endpoint de sombra após a conclusão dos cálculos. 
Em um nível alto, o contêiner SageMaker Clarify conclui as seguintes etapas:

1. Validação de entradas e parâmetros.

2. Criação do endpoint de sombra (se um nome de modelo for fornecido).

3. Carregamento do conjunto de dados de entrada em um quadro de dados.

4. Obtenção das previsões do modelo a partir do endpoint, se necessário.

5. Cálculo das métricas de desvio e atribuições de recursos.

6. Exclusão do endpoint de sombra.

7. Geração dos resultados da análise.
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Depois que a tarefa de processamento do SageMaker Clarify for concluída, os resultados da análise 
serão salvos no local de saída que você especificou no parâmetro de saída de processamento da 
tarefa. Esses resultados incluem um arquivo JSON com métricas de desvio e atribuições de recursos 
globais, um relatório visual e arquivos adicionais para atribuições de recursos locais. Você pode 
baixar os resultados do local de saída e visualizá-los.

Para obter informações adicionais sobre métricas de viés, explicabilidade e como interpretá-las, 
consulte Saiba como o Amazon SageMaker Clarify ajuda a detectar preconceitos, Fairness Measures 
for Machine Learning in Finance e o whitepaper Amazon AI Fairness and Explainability.

Configurar um SageMaker Clarify Processing Job

Para analisar seus dados e modelos em busca de viés e explicabilidade usando o SageMaker 
Clarify, você deve configurar um trabalho de processamento do SageMaker Clarify. Este guia mostra 
como especificar o nome do conjunto de dados de entrada, o nome do arquivo de configuração 
de análise e o local de saída para um trabalho de processamento. Para configurar o contêiner de 
processamento, entradas, saídas, recursos e outros parâmetros de trabalhos, você tem duas opções. 
Você pode usar a SageMaker CreateProcessingJob API ou usar a API do SDK do SageMaker 
Python, SageMaker ClarifyProcessor

Para obter informações sobre parâmetros que são comuns a todos os trabalhos de processamento, 
consulte Amazon SageMaker API Reference.

Configurar um trabalho de processamento do SageMaker Clarify usando a SageMaker API

As instruções a seguir mostram como fornecer cada parte da configuração específica do SageMaker 
Clarify usando a CreateProcessingJob API.

1. Insira o identificador uniforme de pesquisa (URI) de uma imagem do contêiner SageMaker Clarify 
dentro do AppSpecification parâmetro, conforme mostrado no exemplo de código a seguir.

{ 
    "ImageUri": "the-clarify-container-image-uri"
}                     

Note

O URI deve identificar uma imagem pré-criada do contêiner SageMaker Clarify.
ContainerEntrypointe não ContainerArguments são compatíveis. Para obter mais 
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informações sobre imagens de contêiner do SageMaker Clarify, consulteComece com um 
contêiner SageMaker Clarify.

2. Especifique a configuração para sua análise e os parâmetros para seu conjunto de dados de 
entrada dentro do parâmetro ProcessingInputs.

a. Especifique a localização do arquivo de configuração de análise JSON, que inclui os 
parâmetros para análise de desvio e análise de explicabilidade. O parâmetro InputName do 
objeto ProcessingInput deve ser analysis_config, conforme mostrado no exemplo de 
código a seguir.

{ 
    "InputName": "analysis_config", 
    "S3Input": { 
        "S3Uri": "s3://your-bucket/analysis_config.json", 
        "S3DataType": "S3Prefix", 
        "S3InputMode": "File", 
        "LocalPath": "/opt/ml/processing/input/config" 
    }
}

Para obter mais informações sobre o esquema do arquivo de configuração de análise, 
consulteConfigurar a análise.

b. Especifique o local do conjunto de dados de entrada. O parâmetro InputName do objeto
ProcessingInput deve ser dataset. Esse parâmetro é opcional se você tiver fornecido o 
“dataset_uri” no arquivo de configuração da análise. Os valores a seguir são obrigatórios na 
configuração S3Input.

i. S3Uri pode ser um objeto do Amazon S3 ou um prefixo do S3.

ii. S3InputMode deve ser do tipo File.

iii. S3CompressionType deve ser do tipo None (o valor padrão).

iv. S3DataDistributionType deve ser do tipo FullyReplicated (o valor padrão).

v. S3DataType pode ser S3Prefix ou ManifestFile. Para ser usadoManifestFile, o
S3Uri parâmetro deve especificar a localização de um arquivo de manifesto que segue o 
esquema da seção Referência da SageMaker API S3Uri. Esse arquivo manifesto deve listar 
os objetos do S3 que contêm os dados de entrada para o trabalho.

O código a seguir mostra um exemplo de configuração da entrada.
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{ 
    "InputName": "dataset", 
    "S3Input": { 
        "S3Uri": "s3://your-bucket/your-dataset.csv", 
        "S3DataType": "S3Prefix", 
        "S3InputMode": "File", 
        "LocalPath": "/opt/ml/processing/input/data" 
    }
}

3. Especifique a configuração para a saída do trabalho de processamento dentro do parâmetro
ProcessingOutputConfig. É necessário um único objeto ProcessingOutput na 
configuração Outputs. Os dados a seguir são obrigatórios na configuração de saída:

a. OutputName deve ser analysis_result.

b. S3Uri deve ser um prefixo do S3 para o local de saída.

c. S3UploadMode deve ser definido como EndOfJob.

O código a seguir mostra um exemplo de configuração de saída.

{ 
    "Outputs": [{  
        "OutputName": "analysis_result", 
        "S3Output": {  
            "S3Uri": "s3://your-bucket/result/", 
            "S3UploadMode": "EndOfJob", 
            "LocalPath": "/opt/ml/processing/output" 
         } 
     }]
}                 

4. Especifique a configuração ClusterConfig dos recursos que você usa em seu trabalho de 
processamento dentro do parâmetro ProcessingResources. Os seguintes parâmetros são 
obrigatórios dentro do objeto ClusterConfig.

a. InstanceCount especifica o número de instâncias de computação no cluster que executa 
o trabalho de processamento. Especifique um valor maior que 1 para ativar o processamento 
distribuído.

b. InstanceType refere-se aos recursos que executam seu trabalho de processamento. Como 
a análise SageMaker SHAP exige muita computação, o uso de um tipo de instância otimizado 
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para computação deve melhorar o tempo de execução da análise. A tarefa de processamento 
do SageMaker Clarify não usa GPUs.

O código a seguir mostra um exemplo de configuração de recursos.

{ 
    "ClusterConfig": { 
         "InstanceCount": 1, 
         "InstanceType": "ml.m5.xlarge", 
         "VolumeSizeInGB": 20
     }
}

5. Especifique a configuração da rede que você usa em seu trabalho de processamento dentro do 
objeto NetworkConfig. Os valores a seguir são obrigatórios na configuração.

a. EnableNetworkIsolationdeve ser definido como False (padrão) para que o SageMaker 
Clarify possa invocar um endpoint, se necessário, para previsões.

b. Se o modelo ou endpoint que você forneceu para o trabalho do SageMaker Clarify estiver 
dentro de uma Amazon Virtual Private Cloud (Amazon VPC), o trabalho SageMaker do Clarify 
também deverá estar na mesma VPC. Especifique a VPC usando. VpcConfig Além disso, a 
VPC deve ter endpoints para um bucket, serviço e serviço Runtime do Amazon S3. SageMaker 
SageMaker

Se o processamento distribuído estiver ativado, você precisará permitir a comunicação entre 
as diferentes instâncias no mesmo trabalho de processamento. Configure uma regra para seu 
grupo de segurança que permita conexões de entrada entre membros do mesmo grupo de 
segurança. Para ter mais informações, consulte Dê ao Amazon SageMaker Clarify Jobs acesso 
aos recursos em sua Amazon VPC.

O código a seguir mostra um exemplo de uma configuração de rede.

{ 
    "EnableNetworkIsolation": False, 
    "VpcConfig": { 
        ... 
    }
}               

6. Defina o tempo máximo em que o trabalho será executado usando o parâmetro
StoppingCondition. O tempo máximo que uma tarefa do SageMaker Clarify pode ser 
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executada é de 7 dias ou 604800 segundos. Se o trabalho não puder ser concluído dentro desse 
prazo, ele será interrompido e nenhum resultado de análise será fornecido. Como exemplo, a 
configuração a seguir limita o tempo máximo que o trabalho pode ser executado a 3600 segundos.

{ 
    "MaxRuntimeInSeconds": 3600
}

7. Especifique um perfil do IAM para o parâmetro RoleArn. A função deve ter uma relação 
de confiança com a Amazon SageMaker. Ele pode ser usado para realizar as operações de 
SageMaker API listadas na tabela a seguir. Recomendamos usar a política SageMakerFullAccess 
gerenciada da Amazon, que concede acesso total SageMaker a. Para obter mais informações 
sobre essa política, consulte AWSpolítica gerenciada: AmazonSageMakerFullAccess. Se você 
tiver dúvidas sobre a concessão de acesso total, as permissões mínimas necessárias dependerão 
de você fornecer um modelo ou um nome de endpoint. Usar um nome de endpoint permite 
conceder menos permissões a. SageMaker

A tabela a seguir contém as operações de API usadas pela tarefa de processamento do 
SageMaker Clarify. Um X abaixo do nome do modelo e do nome do endpoint indica a operação de 
API que é necessária para cada entrada.

Operação de API Nome do modelo Nome do endpoint Para que é usado

ListTags X As tags do trabalho 
são aplicadas ao 
endpoint de sombra.

CreateEndpointConf 
ig

X Criar a configuração 
do endpoint usando o 
nome do modelo que 
você forneceu

CreateEndpoint X Criar um endpoint 
de sombra usando 
a configuração do 
endpoint.
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Operação de API Nome do modelo Nome do endpoint Para que é usado

DescribeEndpoint X X Descreva o endpoint 
por seu status, 
o endpoint deve 
ser InService para 
atender às solicitaç 
ões.

InvokeEndpoint X X Invoque o endpoint 
para fazer previsões.

Para obter mais informações sobre as permissões necessárias, consulte Permissões de 
SageMaker API da Amazon: referência de ações, permissões e recursos.

Para obter mais informações sobre a transferência de funções para SageMaker, consultePerfis de 
aprovação.

Depois de configurar as partes individuais do trabalho de processamento, combine-as para 
configurar o trabalho.

Configurar uma tarefa de processamento do SageMaker Clarify usando o AWS SDK para Python

O exemplo de código a seguir mostra como iniciar uma tarefa de processamento do SageMaker 
Clarify usando o AWSSDK para Python.

sagemaker_client.create_processing_job( 
    ProcessingJobName="your-clarify-job-name", 
    AppSpecification={ 
        "ImageUri": "the-clarify-container-image-uri", 
    }, 
    ProcessingInputs=[{ 
            "InputName": "analysis_config", 
            "S3Input": { 
                "S3Uri": "s3://your-bucket/analysis_config.json", 
                "S3DataType": "S3Prefix", 
                "S3InputMode": "File", 
                "LocalPath": "/opt/ml/processing/input/config", 
            }, 
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        }, { 
            "InputName": "dataset", 
            "S3Input": { 
                "S3Uri": "s3://your-bucket/your-dataset.csv", 
                "S3DataType": "S3Prefix", 
                "S3InputMode": "File", 
                "LocalPath": "/opt/ml/processing/input/data", 
            }, 
        }, 
    ], 
    ProcessingOutputConfig={ 
        "Outputs": [{  
            "OutputName": "analysis_result", 
            "S3Output": {  
               "S3Uri": "s3://your-bucket/result/", 
               "S3UploadMode": "EndOfJob", 
               "LocalPath": "/opt/ml/processing/output", 
            },    
        }], 
    }, 
    ProcessingResources={ 
        "ClusterConfig": { 
            "InstanceCount": 1, 
            "InstanceType": "ml.m5.xlarge", 
            "VolumeSizeInGB": 20, 
        }, 
    }, 
    NetworkConfig={ 
        "EnableNetworkIsolation": False, 
        "VpcConfig": { 
            ... 
        }, 
    }, 
    StoppingCondition={ 
        "MaxRuntimeInSeconds": 3600, 
    }, 
    RoleArn="arn:aws:iam::<your-account-id>:role/service-role/AmazonSageMaker-
ExecutionRole",
) 
             

Para ver um exemplo de notebook com instruções para executar uma tarefa de processamento do 
SageMaker Clarify usando o AWS SDK para Python, consulte Imparcialidade e explicabilidade com 
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o SageMaker Clarify usando o SDK for Python. AWS Qualquer bucket do S3 usado no caderno deve 
estar na mesma região AWS da instância do caderno que o acessa.

Configurar uma tarefa de processamento do SageMaker Clarify usando o SDK do SageMaker Python

Você também pode configurar uma tarefa de processamento do SageMaker Clarify usando a
SageMaker ClarifyProcessorAPI do SDK do SageMaker Python. Para ter mais informações, consulte
Execute trabalhos de processamento do SageMaker Clarify para análise de viés e explicabilidade.

Tópicos

• Comece com um contêiner SageMaker Clarify

• Configurar a análise

• Guia de compatibilidade de formato de dados

Comece com um contêiner SageMaker Clarify

SageMaker A Amazon fornece imagens de contêineres pré-criadas do SageMaker Clarify que 
incluem as bibliotecas e outras dependências necessárias para calcular métricas de viés e 
atribuições de recursos para fins de explicabilidade. Essa imagem foi ativada para ser executada 
SageMaker Processar dados em sua conta.

Os URIs da imagem dos contêineres estão no seguinte formato:

<ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-clarify-processing:1.0

Por exemplo: .

205585389593.dkr.ecr.us-east-1.amazonaws.com/sagemaker-clarify-processing:1.0

A tabela a seguir lista os endereços por Região da AWS.

Imagens do Docker para trabalhos de processamento do SageMaker Clarify

Região Endereço da imagem

us-east-1 205585389593.dkr. ecr.us-east-1.amazonaws.com /:1.0 sagemaker-
clarify-processing
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Região Endereço da imagem

us-east-2 211330385671.dkr. ecr.us-east-2.amazonaws.com /:1.0 sagemaker-
clarify-processing

us-west-1 740489534195.dkr. ecr.us-west-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

us-west-2 306415355426.dkr. ecr.us-west-2.amazonaws.com /:1.0 sagemaker-
clarify-processing

ap-east-1 098760798382.dkr. ecr.ap-east-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

ap-south-1 452307495513.dkr. ecr.ap-south-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

ap-southeast-3 705930551576.dkr. ecr.ap-southeast-3.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-northeast-1 377024640650.dkr. ecr.ap-northeast-1.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-northeast-2 263625296855.dkr. ecr.ap-northeast-2.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-northeast-3 912233562940.dkr. ecr.ap-northeast-3.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-southeast-1 834264404009.dkr. ecr.ap-southeast-1.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ap-southeast-2 007051062584.dkr. ecr.ap-southeast-2.amazonaws.com /:1.0 sagemaker 
-clarify-processing

ca-central-1 675030665977.dkr. ecr.ca-central-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-central-1 017069133835.dkr. ecr.eu-central-1.amazonaws.com /:1.0 sagemaker-
clarify-processing
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Região Endereço da imagem

eu-west-1 131013547314.dkr. ecr.eu-west-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-west-2 440796970383.dkr. ecr.eu-west-2.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-west-3 341593696636.dkr. ecr.eu-west-3.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-north-1 763603941244.dkr. ecr.eu-north-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

me-south-1 835444307964.dkr. ecr.me-south-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

sa-east-1 520018980103.dkr. ecr.sa-east-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

af-south-1 811711786498.dkr. ecr.af-south-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

eu-south-1 638885417683.dkr. ecr.eu-south-1.amazonaws.com /:1.0 sagemaker-
clarify-processing

cn-north-1 122526803553.dkr. ecr.cn-north-1.amazonaws.com .cn/:1.0 sagemaker-
clarify-processing

cn-northwest-1 122578899357.dkr. ecr.cn-northwest-1.amazonaws.com .cn/:1.0 
sagemaker-clarify-processing

Configurar a análise

Para analisar seus dados e modelos quanto à explicabilidade e ao viés usando o SageMaker Clarify, 
você deve configurar uma tarefa de processamento. Parte da configuração desse trabalho de 
processamento inclui a configuração de um arquivo de análise. O arquivo de análise especifica os 
parâmetros para análise de desvio e explicabilidade. Consulte Configurar um SageMaker Clarify 
Processing Job para saber como configurar uma tarefa de processamento e um arquivo de análise.
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Este guia descreve o esquema e os parâmetros desse arquivo de configuração de análise. Este 
guia também inclui exemplos de arquivos de configuração de análise para calcular métricas de 
desvio para um conjunto de dados tabular e gerar explicações para problemas de processamento de 
linguagem natural (PLN) e visão computacional (CV).

Você pode criar o arquivo de configuração de análise ou usar o SDK do SageMaker Python para 
gerar um para você com a API. SageMaker ClarifyProcessor A visualização do conteúdo do arquivo 
pode ser útil para entender a configuração subjacente usada pela tarefa do SageMaker Clarify.

Tópicos

• Esquema para o arquivo de configuração de análise

• Exemplo de arquivos de configuração de análise

Esquema para o arquivo de configuração de análise

A seção a seguir descreve o esquema do arquivo de configuração de análise, incluindo requisitos e 
descrições dos parâmetros.

Requisitos para o arquivo de configuração de análise

O trabalho de processamento do SageMaker Clarify espera que o arquivo de configuração da análise 
seja estruturado com os seguintes requisitos:

• O nome da entrada de processamento deve ser analysis_config.

• O arquivo de configuração de análise está no formato JSON e codificado em UTF-8.

• O arquivo de configuração de análise é um objeto do Amazon S3.

Você pode especificar parâmetros adicionais no arquivo de configuração da análise. A seção a 
seguir fornece várias opções para personalizar a tarefa de processamento do SageMaker Clarify 
para seu caso de uso e tipos de análise desejados.

Parâmetros para arquivos de configuração de análise

No arquivo de configuração da análise, é possível especificar parâmetros a seguir.

• versão – (Opcional) A string de versão do esquema do arquivo de configuração de análise. Se 
uma versão não for fornecida, o SageMaker Clarify usará a versão mais recente compatível. 
Atualmente, a única versão compatível é 1.0.
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• dataset_type – O formato do conjunto de dados. O formato do conjunto de dados de entrada pode 
ser qualquer um dos seguintes valores:

• text/csv para CSV

• application/jsonlinespara formato denso de linhas SageMaker JSON

• application/json para JSON

• application/x-parquet para Apache Parquet

• application/x-image para ativar a explicabilidade para problemas de visão computacional

• dataset_uri – (Opcional) O identificador de recursos uniforme (URI) do conjunto de dados principal. 
Se você fornecer um prefixo de URI do S3, o trabalho de processamento do SageMaker Clarify 
coletará recursivamente todos os arquivos do S3 localizados abaixo do prefixo. Você pode 
fornecer um prefixo de URI do S3 ou URI do S3 para um arquivo manifesto de imagem para 
problemas de visão computacional. Se o dataset_uri for fornecido, ele terá precedência sobre 
a entrada do trabalho de processamento do conjunto de dados. Para qualquer tipo de formato, 
exceto imagem, o trabalho de processamento do SageMaker Clarify carrega o conjunto de dados 
de entrada em um quadro de dados tabular, como um conjunto de dados tabular. Esse formato 
permite SageMaker manipular e analisar facilmente o conjunto de dados de entrada.

• headers – (Opcional) Uma matriz de strings contendo os nomes das colunas de um conjunto de 
dados tabular. Se um valor para não headers for fornecido, o trabalho de processamento do 
SageMaker Clarify lerá os cabeçalhos do conjunto de dados. Se o conjunto de dados não tiver 
cabeçalhos, o trabalho de processamento do SageMaker Clarify gerará automaticamente nomes 
de espaço reservado com base no índice de coluna com base em zero. Por exemplo, os nomes 
dos espaços reservados para a primeira e a segunda colunas serão column_0 e column_1.

Note

Por convenção, se o dataset_type for application/jsonlines ou application/
json e depois headers, deve conter os seguintes nomes em ordem: nomes de 
recursos, nome do rótulo (se label for especificado) e nome do rótulo previsto (se
predicted_label for especificado). Um exemplo de headers para um tipo de 
conjunto de dados application/jsonlines, se o label for especificado, é:
["feature1","feature2","feature3","target_label"].

• label – (Opcional) Uma string ou um índice inteiro baseado em zero. Se fornecido, o label
é usado para localizar o rótulo de veracidade, também conhecido como rótulo observado ou 
atributo de destino em um conjunto de dados tabular. O rótulo de veracidade é usado para calcular 
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métricas de desvio. O valor para label é especificado de acordo com o valor do parâmetro
dataset_type da seguinte forma.

• Se dataset_type for text/csv, o label pode ser especificado como uma das seguintes 
opções:

• Um nome de coluna válido

• Um índice que está dentro do intervalo de colunas do conjunto de dados

• Se dataset_type for application/parquet, o label deve ser um nome de coluna válido.

• Se dataset_type for application/jsonlines, o label deve ser uma expressão
JMESPath escrita para extrair o rótulo de veracidade do conjunto de dados. Por convenção, se
headers for especificado, ele deverá conter o nome do rótulo.

• Se dataset_type for application/json, o label deve ser uma expressão JMESPath
escrita para extrair o rótulo de veracidade de cada registro do conjunto de dados. Essa 
expressão JMESPath deve produzir uma lista de rótulos em que o rótulo i se correlaciona com o 
registro i.

• predicted_label – (Opcional) Uma string ou um índice inteiro baseado em zero. Se fornecido, o
predicted_label é usado para localizar a coluna que contém o rótulo previsto em um conjunto 
de dados tabular. O rótulo previsto é usado para calcular métricas de desvio pós-treinamento. O 
parâmetro predicted_label é opcional se o conjunto de dados não incluir o rótulo previsto. Se 
rótulos previstos forem necessários para o cálculo, o trabalho de processamento do SageMaker 
Clarify obterá previsões do modelo.

O valor para predicted_label é especificado de acordo com o valor do dataset_type da 
seguinte forma:

• Se dataset_type for text/csv, o predicted_label pode ser especificado como uma das 
seguintes opções:

• Um nome de coluna válido. Se o predicted_label_dataset_uri for especificado, 
mas o predicted_label não for fornecido, o nome padrão do rótulo previsto será 
“predicted_label”.

• Um índice que está dentro do intervalo de colunas do conjunto de dados. Se o
predicted_label_dataset_uri for especificado, o índice será usado para localizar a 
coluna do rótulo previsto no conjunto de dados do rótulo previsto.

• Se o dataset_type for application/x-parquet, o predicted_label deve ser um nome de 
coluna válido.
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• Se o dataset_type for application/jsonlines, o predicted_label deve ser uma 
expressão JMESPath escrita para extrair o rótulo previsto do conjunto de dados. Por convenção, 
se o headers for especificado, ele deverá conter o nome do rótulo previsto.

• Se dataset_type for application/json, o predicted_label deve ser uma expressão
JMESPath escrita para extrair o rótulo previsto de cada registro do conjunto de dados. A 
expressão JMESPath deve produzir uma lista de rótulos previstos em que o rótulo previsto i é 
destinado ao registro i.

• features – Obrigatório se o dataset_type for application/jsonlines ou application/
json. Uma expressão de string JMESPath escrita para localizar os recursos no conjunto de 
dados de entrada. Para application/jsonlines, uma expressão JMESPath será aplicada 
a cada linha para extrair os recursos desse registro. Para application/json, uma expressão 
JMESPath será aplicada a todo o conjunto de dados de entrada. A expressão JMESPath deve 
extrair uma lista de listas ou uma matriz 2D de recursos em que a linha i contém os recursos que 
se correlacionam com os do registro i. Para um dataset_type de text/csv ou application/
x-parquet, todas as colunas, exceto as colunas do rótulo de veracidade e do rótulo previsto, são 
automaticamente atribuídas como recursos.

• predicted_label_dataset_uri – Aplicável somente quando dataset_type for text/csv. O URI do S3 
para um conjunto de dados contendo rótulos previstos usados para calcular métricas de desvio
pós-treinamento. O trabalho de processamento do SageMaker Clarify carregará as previsões 
do URI fornecido em vez de obter previsões do modelo. Nesse caso, o predicted_label é 
obrigatório para localizar a coluna do rótulo previsto no conjunto de dados do rótulo previsto. Se 
o conjunto de dados do rótulo previsto ou o conjunto de dados principal estiver dividido em vários 
arquivos, uma coluna identificadora deverá ser especificada por joinsource_name_or_index
para unir os dois conjuntos de dados.

• predicted_label_headers – Aplicável somente quando o predicted_label_dataset_uri for 
especificado. Uma matriz de strings contendo os nomes de colunas do conjunto de dados do rótulo 
previsto. Além do cabeçalho do rótulo previsto, o predicted_label_headers também pode 
conter o cabeçalho da coluna identificadora para unir o conjunto de dados do rótulo previsto e 
o conjunto de dados principal. Para obter mais informações, consulte a descrição do parâmetro
joinsource_name_or_index a seguir.

• joinsource_name_or_index – O nome ou índice baseado em zero da coluna em conjuntos 
de dados tabulares a ser usado como uma coluna identificadora ao realizar uma junção 
interna. Essa coluna é usada somente como um identificador. Ela não é usada para nenhum 
outro cálculo, como análise de desvio ou análise de atribuição de recursos. Um valor para o
joinsource_name_or_index é necessário nos seguintes casos:
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• Existem vários conjuntos de dados de entrada e qualquer um é dividido em vários arquivos.

• O processamento distribuído é ativado definindo a tarefa de processamento do SageMaker 
Clarify InstanceCountcom um valor maior que 1 o.

• excluded_columns – (Opcional) Uma matriz de nomes ou índices de colunas baseados em zero 
a serem excluídos do envio ao modelo como entrada para previsões. O rótulo de veracidade e o 
rótulo previsto já foram excluídos automaticamente.

• probability_threshold – (Opcional) Um número de ponto flutuante acima do qual um rótulo ou objeto 
é selecionado. O valor padrão é 0.5. A tarefa de processamento do SageMaker Clarify é usada
probability_threshold nos seguintes casos:

• Na análise de desvio pós-treinamento, o probability_threshold converte uma previsão de 
modelo numérico (valor ou pontuação de probabilidade) em um rótulo binário, se o modelo for 
um classificador binário. Uma pontuação maior que o limite é convertida em 1. Por outro lado, 
uma pontuação menor ou igual ao limite é convertida em 0.

• Em problemas de explicabilidade de visão computacional, se o model_type for
OBJECT_DETECTION, o , probability_threshold filtra objetos detectados com 
pontuações de confiança inferiores ao valor limite.

• label_values_or_threshold – Obrigatório para análise de desvio. Uma matriz de valores de rótulo 
ou um número limite, que indicam um resultado positivo para rótulos de veracidade e previstos 
para métricas de desvio. Para obter mais informações, consulte valores positivos do rótulo 
emAmazon SageMaker esclarece os termos de preconceito e imparcialidade. Se o rótulo for 
numérico, o limite será aplicado como limite inferior para selecionar o resultado positivo. Para 
definir label_values_or_threshold para diferentes tipos de problemas, consulte os exemplos 
a seguir:

• Para um problema de classificação binária, o rótulo tem dois valores possíveis, 0 e 1. Se o 
valor do rótulo 1 for favorável a um grupo demográfico observado em uma amostra, então o
label_values_or_threshold deverá ser definido como [1].

• Para um problema de classificação multiclasse, o rótulo tem três valores possíveis, bird, cat
e dog. Se os dois últimos definirem um grupo demográfico que o desvio favorece, então o
label_values_or_threshold deve ser definido como ["cat","dog"].

• Para um problema de regressão, o valor do rótulo é contínuo, variando de 0 a 1. Se um 
valor maior do que 0.5 designar uma amostra como tendo um resultado positivo, então o
label_values_or_threshold deve ser definido como 0.5.

• facet – Obrigatório para análise de desvio. Uma matriz de objetos facetários, que são compostos 
por atributos confidenciais contra os quais o desvio é medido. Você pode usar facetas para 
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entender as características de desvio do seu conjunto de dados e modelo, mesmo que seu modelo 
seja treinado sem usar atributos confidenciais. Para obter mais informações, consulte Facet
inAmazon SageMaker esclarece os termos de preconceito e imparcialidade. Cada objeto de faceta 
inclui os seguintes campos:

• name_or_index – O nome ou índice baseado em zero da coluna de atributos confidenciais em 
um conjunto de dados tabular. Se o facet_dataset_uri for especificado, o índice se referirá 
ao conjunto de dados da faceta em vez do conjunto de dados principal.

• value_or_threshold – Obrigatório se a facet for numérica e o label_values_or_threshold
for aplicado como limite inferior (para selecionar o grupo confidencial). Uma matriz de valores 
facetários ou um número limite, que indica o grupo demográfico confidencial que o desvio 
favorece. Se o tipo de dados da faceta for categórico e o value_or_threshold não for 
fornecido, as métricas de desvio serão calculadas como um grupo para cada valor exclusivo 
(em vez de todos os valores). Para definir o value_or_threshold para diferentes tipos de 
problemas de facet, consulte os exemplos a seguir:

• Para um tipo de dados de faceta binária, o recurso tem dois valores possíveis, 0 e 1. Se você 
quiser calcular as métricas de desvio para cada valor, então o value_or_threshold pode 
ser omitido ou definido como uma matriz vazia.

• Para um tipo de dados de faceta categórica, o recurso tem três valores possíveis, bird, cat
e dog. Se os dois primeiros definirem um grupo demográfico que o desvio favorece, então 
o value_or_threshold deve ser definido como ["bird", "cat"]. Neste exemplo, as 
amostras do conjunto de dados são divididas em dois grupos demográficos. A faceta do grupo 
favorecido tem valor bird ou cat, enquanto a faceta do grupo desfavorecido tem valor dog.

• Para um tipo de dados de faceta numérica, o valor do recurso é contínuo, variando de 0 a 1. 
Por exemplo, se um valor maior do que 0.5 designar uma amostra como favorecida, então 
o value_or_threshold deve ser definido como 0.5. Neste exemplo, as amostras do 
conjunto de dados são divididas em dois grupos demográficos. A faceta do grupo favorecido 
tem valor superior a 0.5, enquanto a faceta do grupo desfavorecido tem valor inferior ou igual 
a 0.5.

• group_variable — O nome ou índice baseado em zero da coluna que indica o subgrupo a ser 
usado para a métrica de viés ou. Disparidade demográfica condicional (CDD) Disparidade 
demográfica condicional em rótulos previstos (CDDPL)

• facet_dataset_uri – Aplicável somente quando o dataset_type for text/csv. O URI do S3 para 
um conjunto de dados contendo atributos confidenciais para análise de desvio. Você pode usar 
facetas para entender as características de desvio do seu conjunto de dados e modelo, mesmo 
que seu modelo seja treinado sem usar atributos confidenciais.
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Note

Se o conjunto de dados da faceta ou o conjunto de dados principal estiver dividido 
em vários arquivos, uma coluna identificadora deverá ser especificada por
joinsource_name_or_index para unir os dois conjuntos de dados. Você deve usar o 
parâmetro facet para identificar cada faceta no conjunto de dados da faceta.

• facet_headers – (Aplicável somente quando o facet_dataset_uri for especificado) Uma matriz 
de strings contendo nomes de colunas para o conjunto de dados da faceta e, opcionalmente, o 
cabeçalho da coluna identificadora para unir o conjunto de dados da faceta e o conjunto de dados 
principal, consulte joinsource_name_or_index.

• methods – Um objeto contendo um ou mais métodos de análise e seus parâmetros. Se algum 
método for omitido, ele não será usado para análise nem relatado.

• pre_training_bias – Inclua esse método se quiser calcular métricas de desvio pré-treinamento. A 
descrição detalhada das métricas pode ser encontrada emMedir o desvio de pré-treinamento. O 
objeto tem os seguintes parâmetros:

• methods – Uma matriz que contém qualquer uma das métricas de desvio pré-treinamento da 
lista a seguir que você deseja calcular. Defina o methods como all para calcular todas as 
métricas de desvio pré-treinamento. Como exemplo, a matriz ["CI", "DPL"] calculará o
desequilíbrio de classes e a diferença nas proporções dos rótulos.

• CI para Desequilíbrio de classes (CI)

• DPL para Diferença nas proporções dos rótulos (DPL)

• KL para Divergência de Kullback-Leibler (KL)

• JS para Divergência de Jensen-Shannon (JS)

• LP para Norma Lp (LP)

• TVD para Distância de variação total (TVD)

• KS para Kolmogorov-Smirnov (KS)

• CDDL para Disparidade demográfica condicional (CDD)

• post_training_bias – Inclua esse método se quiser calcular métricas de desvio pós-treinamento. 
A descrição detalhada das métricas pode ser encontrada emMeça os dados pós-treinamento e o 
desvio de modelo. O objeto post_training_bias tem os parâmetros a seguir.

• methods – Uma matriz que contém qualquer uma das métricas de desvio pós-treinamento 
da lista a seguir que você deseja calcular. Defina o methods como all para calcular todas 
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as métricas de desvio pós-treinamento. Como exemplo, a matriz ["DPPL", "DI"] calcula 
a diferença nas proporções positivas nos rótulos previstos e o impacto díspar. Os métodos 
disponíveis são os seguintes.

• DPPL para Diferença nas proporções positivas nos rótulos previstos (DPPL)

• DIpara Impacto díspar (DI)

• DCA para Diferença na aceitação condicional (DCAcc)

• DCR para Diferença na rejeição condicional (DCR)

• SD para Diferença de especificidade (SD)

• RD para Diferença de recordação (RD)

• DAR para Diferença nas taxas de aceitação (DAR)

• DRR para Diferença nas taxas de rejeição (DRR)

• AD para Diferença de precisão (AD)

• TE para Igualdade de tratamento (TE)

• CDDPL para Disparidade demográfica condicional em rótulos previstos (CDDPL)

• FT para Teste de inversão contrafactual (FT)

• GE para Entropia generalizada (GE)

• shap – Inclua esse método se quiser calcular valores SHAP. O trabalho de processamento do 
SageMaker Clarify oferece suporte ao algoritmo Kernel SHAP. O objeto shap tem os parâmetros 
a seguir.

• linha de base — (Opcional) O conjunto de dados da linha de base do SHAP, também 
conhecido como conjunto de dados em segundo plano. Os requisitos adicionais para o 
conjunto de dados de linha de base em um conjunto de dados tabular ou problema de visão 
computacional são os seguintes. Para obter mais informações sobre as linhas de base do 
SHAP, consulte Linhas de base do SHAP para explicabilidade

• Para um conjunto de dados tabular, a baseline pode ser os dados de linha de base no 
local ou o URI do S3 de um arquivo de linha de base. Se não baseline for fornecido, o 
trabalho de processamento do SageMaker Clarify calcula uma linha de base agrupando o 
conjunto de dados de entrada. O seguinte é exigido da linha de base:

• O formato deve ser igual ao formato do conjunto de dados especificado pelo
dataset_type.

• A linha de base só pode conter recursos que o modelo possa aceitar como entrada.
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• O conjunto de dados de linha de base pode ter uma ou mais instâncias. O número de 
instâncias de linha de base afeta diretamente o tamanho do conjunto de dados sintéticos 
e o tempo de execução do trabalho.

• Se a text_config for especificada, o valor da linha de base de uma coluna de texto 
será uma string usada para substituir a unidade de texto especificada por granularity. 
Por exemplo, um espaço reservado comum é "[MASK]", que é usado para representar 
uma palavra ou trecho de texto ausente ou desconhecido.

Os exemplos a seguir mostram como definir dados de linha de base no local para diferentes 
parâmetros dataset_type:

• Se o dataset_type for text/csv ou application/x-parquet, o modelo aceitará 
quatro recursos numéricos e a linha de base terá duas instâncias. Neste exemplo, se 
um registro tiver todos os valores de recurso como zero e o outro registro tiver todos os 
valores de recurso como um, a linha de base deverá ser definida como [[0,0,0,0],
[1,1,1,1]], sem nenhum cabeçalho.

• Se o dataset_type for application/jsonlines, features é a chave para uma 
lista de quatro valores de recursos numéricos. Além disso, neste exemplo, se a linha 
de base tiver um registro de todos os valores como zero, então a baseline deverá ser
[{"features":[0,0,0,0]}].

• Se dataset_type for application/json, o conjunto de dados baseline deverá ter 
a mesma estrutura e formato do conjunto de dados de entrada.

• Para problemas de visão computacional, a baseline pode ser o URI do S3 de uma 
imagem usada para mascarar recursos (segmentos) da imagem de entrada. A tarefa de 
processamento do SageMaker Clarify carrega a imagem da máscara e a redimensiona para 
a mesma resolução da imagem de entrada. Se a linha de base não for fornecida, o trabalho 
de processamento do SageMaker Clarify gerará uma imagem de máscara de ruído branco
na mesma resolução da imagem de entrada.

• features_to_explain – (Opcional) Uma matriz de strings ou índices baseados em zero de 
colunas de recursos para calcular valores de SHAP. Se features_to_explain não for 
fornecido, os valores SHAP serão calculados para todas as colunas de recursos. Essas 
colunas de recursos não podem incluir a coluna de rótulo ou a coluna de rótulo previsto. O 
parâmetro features_to_explain só é compatível com conjuntos de dados tabulares com 
colunas numéricas e categóricas.

• num_clusters – (Opcional) O número de clusters em que o conjunto de dados é dividido 
para calcular o conjunto de dados de linha de base. Cada cluster é usado para calcular uma 
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instância de linha de base. Se não baseline for especificado, o trabalho de processamento 
do SageMaker Clarify tentará calcular o conjunto de dados de linha de base dividindo o 
conjunto de dados tabular em um número ideal de clusters entre e. 1 12 O número de 
instâncias de linha de base afeta diretamente o tempo de execução da análise SHAP.

• num_samples – (Opcional) O número de amostras a serem usadas no algoritmo SHAP do 
Kernel. Se não num_samples for fornecido, o trabalho de processamento do SageMaker 
Clarify escolherá o número para você. O número de amostras afeta diretamente o tamanho do 
conjunto de dados sintéticos e o tempo de execução do trabalho.

• seed – (Opcional) Um número inteiro usado para inicializar o gerador de números pseudo-
aleatórios no explicador SHAP para gerar valores SHAP consistentes para o mesmo trabalho. 
Se a semente não for especificada, toda vez que o mesmo trabalho for executado, o modelo 
poderá gerar valores SHAP ligeiramente diferentes.

• use_logit – (Opcional) Valor boleano para indicar se a função logit deve ser aplicada às 
previsões do modelo. Padronizado como false. Se o use_logit for true, os valores SHAP 
serão calculados usando os coeficientes de regressão logística, que podem ser interpretados 
como razões logarítmicas.

• save_local_shap_values – (Opcional) Um valor booleano que indica que você deseja que os 
valores SHAP locais de cada registro no conjunto de dados sejam incluídos no resultado da 
análise. Padronizado como false.

Se o conjunto de dados principal estiver dividido em vários arquivos ou o processamento 
distribuído estiver ativado, especifique também uma coluna identificadora usando o parâmetro
joinsource_name_or_index. A coluna identificadora e os valores SHAP locais serão 
salvos no resultado da análise. Dessa forma, você poderá mapear cada registro para seus 
valores SHAP locais.

• agg_method — (Opcional) O método utilizado para agregar os valores locais de SHAP (os 
valores SHAP para cada instância) de todas as instâncias aos valores globais de SHAP (os 
valores SHAP para todo o conjunto de dados). Padronizado como mean_abs. Os métodos a 
seguir podem ser usados para agregar valores SHAP.

• mean_abs — A média dos valores SHAP locais absolutos de todas as instâncias.

• mean_abs — A média dos valores locais de SHAP ao quadrado de todas as instâncias.

• mediana — A média dos valores SHAP locais de todas as instâncias.

• text_config — Obrigatório para a explicabilidade do processamento de linguagem natural. 
Inclua esta configuração se desejar tratar as colunas de texto como texto, e explicações 
devem ser fornecidas para unidades individuais de texto. Para obter um exemplo de uma 
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configuração de análise para explicabilidade do processamento de linguagem natural, 
consulte Configuração de análise para explicabilidade do processamento de linguagem 
natural

• granularidade — A unidade de granularidade para a análise de colunas de texto. Os valores 
válidos são token, sentence ou paragraph. Cada unidade de texto é considerada um 
recurso e os valores SHAP locais são calculados para cada unidade.

• idioma — O idioma das colunas de texto. Os valores válidos são chinese, danish,
dutch, english, french, german, greek, italian, japanese, lithuanian,
multi-language, norwegian bokmål, polish, portuguese, romanian, russian,
spanish, afrikaans, albanian, arabic, armenian, basque, bengali, bulgarian,
catalan, croatian, czech, estonian, finnish, gujarati, hebrew, hindi,
hungarian, icelandic, indonesian, irish, kannada, kyrgyz, latvian, ligurian,
luxembourgish, macedonian, malayalam, marathi, nepali, persian, sanskrit,
serbian, setswana, sinhala, slovak, slovenian, swedish, tagalog, tamil,
tatar, telugu, thai, turkish, ukrainian, urdu, vietnamese, yoruba. Insira
multi-language para obter uma combinação de vários idiomas.

• max_top_tokens — (Opcional) O número máximo dos principais tokens, com base nos 
valores globais SHAP. Padronizado como 50. É possível que um token apareça várias 
vezes no conjunto de dados. O trabalho de processamento do SageMaker Clarify agrega os 
valores de SHAP de cada token e, em seguida, seleciona os principais tokens com base em 
seus valores globais de SHAP. Os valores globais SHAP dos principais tokens selecionados 
estão incluídos na seção global_top_shap_text do arquivo analysis.json.

• O valor SHAP local da agregação.

• image_config — Obrigatório para a explicabilidade da visão computacional. Inclua esta 
configuração se você tiver um conjunto de dados de entrada composto por imagens e desejar 
analisá-las para explicabilidade em um problema de visão computacional.

• model_type — O tipo do modelo. Os valores válidos são:

• IMAGE_CLASSIFICATION para um modelo de classificação de imagens.

• OBJECT_DETECTION para um modelo de detecção de objetos.

• max_objects — Aplicável somente quando model_type é OBJECT_DETECTION. O número 
máximo de objetos, ordenado pela pontuação de confiança, detectado pelo modelo de 
visão computacional. Todos os objetos classificados abaixo dos max_objects superiores por 
pontuação de confiança são filtrados. Padronizado como 3.
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• context — Aplicável somente quando model_type é OBJECT_DETECTION. Isso indica se a 
área ao redor da caixa delimitadora do objeto detectado está mascarada pela imagem de 
referência ou não. Os valores válidos são 0 para mascarar tudo ou 1 para não mascarar 
nada. Padronizado como 1.

• iou_threshold — Aplicável somente quando model_type é OBJECT_DETECTION. A métrica 
mínima de interseção sobre união (IOU) para avaliar as previsões em relação à detecção 
original. Uma métrica de IOU alta corresponde a uma grande sobreposição entre a caixa de 
detecção prevista e a caixa de detecção real (ground truth). Padronizado como 0.5.

• num_segments — (Opcional) Um número inteiro que determina a quantidade aproximada 
de segmentos a serem rotulados na imagem de entrada. Cada segmento da imagem 
é considerado uma característica, e valores locais de SHAP são calculados para cada 
segmento. Padronizado como 20.

• segment_compactness — (Opcional) Um número inteiro que determina a forma e o 
tamanho dos segmentos de imagem gerados pelo scikit-image slic. Padronizado como 5.

• pdp — Inclua esse método para calcular gráficos de dependência parcial (PDPs). Para obter 
um exemplo de uma configuração de análise para gerar PDPs, consulte Calcular os gráficos de 
dependência parcial (PDPs)

• recursos — Obrigatório se o método shap não for solicitado. Uma variedade de nomes de 
recursos ou índices para calcular e traçar gráficos PDP.

• top_k_features — (Opcional) Especifica o número dos principais recursos usados para gerar 
gráficos PDP. Se não features for fornecido, mas o shap método for solicitado, o trabalho 
de processamento do SageMaker Clarify escolherá os principais recursos com base em suas 
atribuições SHAP. Padronizado como 10.

• grid_resolution — O número de buckets nos quais dividir o intervalo de valores numéricos. 
Isso especifica a granularidade da grade para os gráficos PDP.

• report — (Opcional) Use este objeto para personalizar o relatório de análise. Existem três cópias 
do mesmo relatório como parte do resultado da análise: relatório do bloco de anotações Jupyter, 
relatório HTML e relatório PDF. O objeto tem os seguintes parâmetros:

• name — Nome do arquivo dos arquivos de relatório. Por exemplo, se name for MyReport, 
os arquivos de relatório serão MyReport.ipynb, MyReport.html e MyReport.pdf. 
Padronizado como report.

• title — (Opcional) String do título para o relatório. Padronizado como SageMaker Analysis 
Report.
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• preditor — Obrigatório se a análise exigir previsões do modelo. Por exemplo, quando o método
shap, pdp e post_training_bias é solicitado, mas os rótulos previstos não são fornecidos 
como parte do conjunto de dados de entrada. A seguir estão os parâmetros a serem usados em 
conjunto compredictor:

• model_name — O nome do seu SageMaker modelo criado pela CreateModelAPI. Se você 
especificar model_name em vez de endpoint_name, o trabalho de processamento do 
SageMaker Clarify cria um endpoint efêmero com o nome do modelo, conhecido como endpoint
sombra, e obtém previsões do endpoint. O trabalho exclui o endpoint de sombra após a 
conclusão dos cálculos. Se o modelo for multimodelo, o target_model parâmetro deverá 
ser especificado. Para obter mais informações sobre endpoints de vários modelos, consulte.
Hospedar vários modelos em um contêiner atrás de um endpoint

• endpoint_name_prefix — (Opcional) Um prefixo de nome personalizado para o endpoint de 
sombra. Aplicável se você fornecer model_name em vez de endpoint_name. Por exemplo, 
forneça endpoint_name_prefix se você deseja restringir o acesso ao endpoint pelo nome 
do endpoint. O prefixo deve corresponder ao EndpointNamepadrão e seu comprimento máximo 
é23. Padronizado como sm-clarify.

• initial_instance_count — Especifica o número de instâncias do endpoint sombra. 
Obrigatório se você fornecer model_name em vez de endpoint_name. O valor para
initial_instance_count pode ser diferente do valor InstanceCountdo trabalho, mas 
recomendamos uma proporção de 1:1.

• instance_type — Especifica o tipo de instância para o endpoint sombra. Obrigatório se você 
fornecer model_name em vez de endpoint_name. Por exemplo, instance_type pode ser 
definido como “ml.m5.large”. Em alguns casos, o valor especificado para instance_type pode 
ajudar a reduzir o tempo de inferência do modelo. Por exemplo, para funcionar com eficiência, 
os modelos de processamento de linguagem natural e os Modelos de visão computadorizada 
normalmente exigem um tipo de instância de unidade de processamento gráfico (GPU).

• accelerator_type — (Opcional) Especifica o tipo de acelerador do Elastic Inference (EI) a ser 
anexado ao endpoint sombra. Aplicável se você fornecer model_name de endpoint_name
em vez de accelerator_type. Um exemplo de valor para accelerator_type é
ml.eia2.large. O padrão é não usar um acelerador.

• endpoint_name — O nome do seu SageMaker endpoint criado pela API. CreateEndpoint
Se fornecido, endpoint_name tem precedência sobre o parâmetro model_name. Usar um 
endpoint existente reduz o tempo de inicialização do shadow endpoint, mas também pode 
causar um aumento significativo na carga desse endpoint. Além disso, alguns métodos de 
análise (como shap e pdp) geram conjuntos de dados sintéticos que são enviados para o 
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endpoint. Isso pode fazer com que as métricas do endpoint ou os dados capturados sejam 
contaminados por dados sintéticos, que podem não refletir com precisão o uso no mundo real. 
Por esses motivos, geralmente não é recomendável usar um endpoint de produção existente 
para a análise do SageMaker Clarify.

• target_model — O valor da string que é passado para o TargetModel parâmetro da SageMaker
InvokeEndpointAPI. Obrigatório se o seu modelo (especificado pelo parâmetro model_name) 
ou endpoint (especificado pelo parâmetro endpoint_name) for multimodelo. Para obter mais 
informações sobre endpoints de vários modelos, consulte. Hospedar vários modelos em um 
contêiner atrás de um endpoint

• custom_attributes — (Opcional) Uma string que permite fornecer informações adicionais 
sobre uma solicitação de inferência enviada ao endpoint. O valor da string é passado para o
CustomAttributes parâmetro da SageMaker InvokeEndpointAPI.

• content_type — content_type — O formato de entrada do modelo a ser usado para obter 
previsões do endpoint. Se fornecido, ele é passado para o ContentType parâmetro da 
SageMaker InvokeEndpointAPI.

• Para explicabilidade por visão computacional, os valores válidos são image/jpeg, image/
png ou application/x-npy. Se content_type não for fornecido, o valor padrão será
image/jpeg.

• Para outros tipos de explicabilidade, os valores válidos são text/csv, application/
jsonlines, e application/json. Um valor para content_type é necessário se
dataset_type for “application/x-parquet”. Caso contrário, content_type assume o valor 
do parâmetro dataset_type.

• accept_type — O formato da saída do modelo a ser usado para obter previsões do endpoint. O 
valor de accept_type é passado para o Accept parâmetro da SageMaker InvokeEndpointAPI.

• Para explicabilidade da visão computacional, se model_type for "OBJECT_DETECTION", 
então accept_type será padronizado como application/json.

• Para outros tipos de explicabilidade, os valores válidos são text/csv, application/
jsonlines e application/json. Se um valor para accept_type não for fornecido,
accept_type assume como padrão o valor do parâmetro content_type.

• content_template — Uma string de modelo usada para construir a entrada do modelo a 
partir dos registros do conjunto de dados. O parâmetro content_template só será usado 
e obrigatório se o valor do parâmetro content_type for application/jsonlines ou
application/json.
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Quando o parâmetro content_type for application/jsonlines, o modelo deverá ter 
apenas um espaço reservado, $features, que é substituído por uma lista de recursos em 
tempo de execução. Por exemplo, se o modelo for "{\"myfeatures\":$features}", e se 
um registro tiver três valores de recurso numérico: 1, 2 e 3, então o registro será enviado ao 
modelo como Linha JSON {"myfeatures":[1,2,3]}.

Quando content_type estiver application/json, o modelo pode ter espaço reservado
$record ou records. Se o espaço reservado for record, um único registro será substituído 
por um registro que tenha o modelo record_template aplicado a ele. Nesse caso, somente 
um único registro será enviado ao modelo por vez. Se o espaço reservado for $records, os 
registros serão substituídos por uma lista de registros, cada um com um modelo fornecido por
record_template.

• record_template — Uma sequência de modelos a ser usada para construir cada registro da 
entrada do modelo a partir de instâncias do conjunto de dados. Ele só é usado e exigido quando
content_type é application/json. A string do modelo pode conter um dos seguintes:

• Um parâmetro $features de espaço reservado que é substituído por uma matriz de 
valores de recursos. Um espaço reservado opcional adicional pode substituir os nomes dos 
cabeçalhos das colunas de recursos em $feature_names. Este espaço reservado opcional 
será substituído por uma variedade de nomes de recursos.

• Exatamente um espaço reservado $features_kvp que é substituído pelos pares de valores-
chave, nome do recurso e valor do recurso.

• Um recurso na headers configuração. Por exemplo, um nome de recurso A, indicado pela 
sintaxe do espaço reservado "${A}", será substituído pelo valor do recurso para A.

O valor de record_template é usado com content_template para construir a entrada do 
modelo. Segue um exemplo de configuração que mostra como construir uma entrada de modelo 
usando um modelo de conteúdo e registro.

No exemplo de código a seguir, os cabeçalhos e recursos são definidos da seguinte maneira.

• `headers`:["A", "B"]

• `features`:[[0,1], [3,4]]

A entrada do modelo de exemplo é a seguinte.

{ 
    "instances": [[0, 1], [3, 4]], 
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    "feature_names": ["A", "B"]
}

Seguem os valores do exemplo content_template e dos parâmetros record_template
para construir a entrada do modelo de exemplo anterior.

• content_template: "{\"instances\": $records, \"feature_names\": 
$feature_names}"

• record_template: "$features"

No exemplo de código a seguir, os cabeçalhos e recursos são definidos da seguinte maneira.

[ 
    { "A": 0, "B": 1 }, 
    { "A": 3, "B": 4 },
]

Seguem os valores do exemplo  content_template e dos parâmetros record_template
para construir a entrada do modelo de exemplo anterior.

• content_template: "$records"

• record_template: "$features_kvp"

Segue um exemplo de código alternativo para construir o exemplo anterior de entrada do 
modelo.

• content_template: "$records"

• record_template: "{\"A\": \"${A}\", \"B\": \"${B}\"}"

No exemplo de código a seguir, os cabeçalhos e recursos são definidos da seguinte maneira.

{ "A": 0, "B": 1 }

Os valores dos parâmetros content_template e record_template de exemplo a serem construídos 
acima: a entrada do modelo de exemplo anterior segue.

• content_template: "$record"

• record_template: "$features_kvp"

• label — Um índice inteiro baseado em zero ou uma string de expressão JMESPath usada 
para extrair rótulos previstos da saída do modelo para análise de tendências. Se o modelo 
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for multiclasse e o parâmetro label extrair todos os rótulos previstos da saída do modelo, o 
seguinte se aplica.

• O parâmetro probability é necessário para obter as probabilidades (ou pontuações) 
correspondentes da saída do modelo.

• O rótulo previsto da pontuação mais alta é escolhido.

O valor de label depende do valor do parâmetro accept_type conforme a seguir.

• Se accept_type for text/csv, então label é o índice de quaisquer rótulos previstos na 
saída do modelo.

• Se accept_type for application/jsonlines ou application/json, então label é 
uma expressão JMESPath aplicada à saída do modelo para obter os rótulos previstos.

• label_headers — Uma matriz de valores que o rótulo pode assumir no conjunto de dados. Se a 
análise de tendências for solicitada, o parâmetro probability também será necessário para 
obter os valores de probabilidade (pontuações) correspondentes da saída do modelo, e o rótulo 
previsto da pontuação mais alta será escolhido. Se a análise de explicabilidade for solicitada, os 
cabeçalhos das etiquetas serão usados para embelezar o relatório de análise. É necessário um 
valor label_headers para para a explicabilidade da visão computacional. Por exemplo, para 
um problema de classificação multiclasse, se o rótulo tiver três valores possíveis, bird, cat e
dog, então label_headers deve ser definido como ["bird","cat","dog"].

• probabilidade — (Opcional) Um índice inteiro baseado em zero ou uma string de expressão 
JMESPath usada para extrair probabilidades (pontuações) para análise de explicabilidade ou 
para escolher o rótulo previsto para análise de tendências. O valor de probability depende 
do valor do parâmetro accept_type 9737accept_type conforme a seguir.

• Se accept_type for text/csv, probability é o índice das probabilidades (pontuações) 
na saída do modelo. Se probability não for fornecido, toda a saída do modelo é 
considerada como probabilidades (pontuações).

• Se accept_type for dados JSON (application/jsonlines ou application/json),
probability deve ser uma expressão JMESPath usada para extrair as probabilidades 
(pontuações) da saída do modelo.

Exemplo de arquivos de configuração de análise

As seções a seguir contêm exemplos de arquivos de configuração de análise para dados em formato 
CSV, formato JSON Lines e para processamento de linguagem natural (PLN) e explicabilidade de 
visão computacional.
Configurar um SageMaker Clarify Processing Job 5576



Amazon SageMaker Guia do Desenvolvedor

Configuração de análise para um conjunto de dados CSV

Os exemplos a seguir mostram como configurar a análise de polarização e explicabilidade para um 
conjunto de dados tabular em formato CSV. Nesses exemplos, o conjunto de dados de entrada tem 
quatro colunas de recursos e uma coluna de rótulo binário, Target. O conteúdo do conjunto de 
dados é o seguinte: O valor do rótulo 1 indica um resultado positivo. O conjunto de dados é fornecido 
ao trabalho do SageMaker Clarify pela entrada dataset de processamento.

"Target","Age","Gender","Income","Occupation"
0,25,0,2850,2
1,36,0,6585,0
1,22,1,1759,1
0,48,0,3446,1
...

As seções a seguir mostram como calcular métricas de desvio do pré-treinamento e pós-treinamento, 
valores SHAP e gráficos de dependência parcial (PDPs) mostrando a importância do recurso de um 
conjunto de dados no formato CSV.

Calcular todas as métricas de tendências do pré-treinamento

Este exemplo de configuração mostra como medir se o conjunto de dados de amostra anterior está 
favoravelmente inclinado para amostras com um Gender valor de 0. A configuração de análise a 
seguir instrui o trabalho de processamento do SageMaker Clarify a calcular todas as métricas de viés 
pré-treinamento para o conjunto de dados.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        } 
    }
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}

Calcular todas as métricas de tendências do pós-treinamento

Você pode calcular as métricas de desvio pré-treinamento antes do treinamento. No entanto, para 
calcular as métricas de desvio do pós-treinamento, você deve ter um modelo treinado. O exemplo 
de saída a seguir é de um modelo de classificação binária que gera dados no formato CSV. Neste 
exemplo de saída, cada linha contém duas colunas. A primeira coluna contém o rótulo previsto e a 
segunda coluna contém o valor de probabilidade desse rótulo.

0,0.028986845165491
1,0.825382471084594
...

O exemplo de configuração a seguir instrui o trabalho de processamento do SageMaker Clarify a 
calcular todas as métricas de viés possíveis usando o conjunto de dados e as previsões da saída do 
modelo. No exemplo, o modelo é implantado em um SageMaker endpointyour_endpoint.

Note

No código de exemplo a seguir, o parâmetro content_type e não accept_type estão 
definidos. Portanto, eles usam automaticamente o valor do parâmetro dataset_type, que é
text/csv.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0]
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
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            "methods": "all" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "label": 0
    }
}

Calcular os valores SHAP

O exemplo de configuração de análise a seguir instrui o trabalho a calcular os valores SHAP 
designando a Target coluna como rótulos e todas as outras colunas como recursos.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "methods": { 
        "shap": { 
            "num_clusters": 1
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "probability": 1
    }
}

Neste exemplo, o parâmetro SHAP baseline é omitido e o valor do parâmetro num_clusters é
1. Isso instrui o processador SageMaker Clarify a calcular uma amostra de linha de base do SHAP. 
Neste exemplo, a probabilidade é definida como 1. Isso instrui o trabalho de processamento do 
SageMaker Clarify a extrair a pontuação de probabilidade da segunda coluna da saída do modelo 
(usando indexação baseada em zero).

Calcular os gráficos de dependência parcial (PDPs)

O exemplo a seguir mostra como visualizar a importância do recurso Income no relatório de análise 
usando PDPs. O parâmetro do relatório instrui o trabalho de processamento do SageMaker Clarify 
a gerar um relatório. Após a conclusão do trabalho, o relatório gerado é salvo como report.pdf 
no analysis_result local. O parâmetro grid_resolution dividia o intervalo dos valores 
do recurso em 10 buckets . Juntos, os parâmetros especificados no exemplo a seguir instruem 
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o trabalho de processamento do SageMaker Clarify a gerar um relatório contendo um gráfico 
PDP Income com 10 segmentos no eixo x. O eixo y mostrará o impacto marginal de Income nas 
previsões.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "methods": { 
        "pdp": { 
            "features": ["Income"], 
            "grid_resolution": 10
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "probability": 1
    },
}

Calcular as métricas de desvio e a importância do recurso

Você pode combinar todos os métodos dos exemplos de configuração anteriores em um único 
arquivo de configuração de análise e calculá-los todos em um único trabalho. O exemplo a seguir 
mostra uma configuração de análise com todas as etapas combinadas.

Neste exemplo, o parâmetro probability é definido 1 para indicar que as probabilidades estão 
contidas na segunda coluna (usando indexação baseada em zero). No entanto, como a análise 
de desvio precisa de um rótulo previsto, o parâmetro probability_threshold é definido 0.5
para converter a pontuação de probabilidade em um rótulo binário. Neste exemplo, o parâmetro
top_k_features do método pdp de gráficos de dependência parcial é definido como 2. Isso 
instrui o trabalho de processamento do SageMaker Clarify a calcular gráficos de dependência parcial 
(PDPs) para os principais 2 recursos com os maiores valores globais de SHAP.

{ 
    "dataset_type": "text/csv", 
    "label": "Target", 
    "probability_threshold": 0.5, 
    "label_values_or_threshold": [1], 
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    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        }, 
        "shap": { 
            "num_clusters": 1
        }, 
        "pdp": { 
            "top_k_features": 2, 
            "grid_resolution": 10
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "probability": 1
    }
}

Em vez de implantar o modelo em um endpoint, você pode fornecer o nome do seu SageMaker 
modelo para a tarefa de processamento do SageMaker Clarify usando o model_name parâmetro. 
O exemplo a seguir mostra como especificar um modelo chamado your_model. O trabalho de 
processamento do SageMaker Clarify criará um endpoint paralelo usando a configuração.

{ 
     ... 
    "predictor": { 
        "model_name": "your_model", 
        "initial_instance_count": 1, 
        "instance_type": "ml.m5.large", 
        "probability": 1
    }
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}

Configuração de análise para um conjunto de dados Linhas JSON

Os exemplos a seguir mostram como configurar a análise de desvio e a análise de explicabilidade 
para um conjunto de dados tabular no formato JSON Lines. Nesses exemplos, o conjunto de dados 
de entrada tem os mesmos dados da seção anterior, mas eles estão no formato denso de linhas 
SageMaker JSON. Cada linha é um objeto JSON válido. A chave "Recursos" aponta para uma 
matriz de valores de recursos, e a chave "Rótulo" aponta para o rótulo de veracidade. O conjunto de 
dados é fornecido ao trabalho do SageMaker Clarify pela entrada de processamento do “conjunto 
de dados”. Para obter mais informações sobre linhas JSON, consulte Formato da solicitação 
JSONLINES.

{"Features":[25,0,2850,2],"Label":0}
{"Features":[36,0,6585,0],"Label":1}
{"Features":[22,1,1759,1],"Label":1}
{"Features":[48,0,3446,1],"Label":0}
...

As seções a seguir mostram como calcular métricas de desvio do pré-treinamento e pós-treinamento, 
valores SHAP e gráficos de dependência parcial (PDPs) mostrando a importância do recurso de um 
conjunto de dados no formato CSV.

Calcular as métricas de tendências do pré-treinamento

Especifique o rótulo, os recursos, o formato e os métodos para medir as métricas de desvio antes do 
treinamento em um Gender valor de 0. No exemplo a seguir, o parâmetro headers fornece primeiro 
os nomes dos recursos. O nome do rótulo é fornecido por último. Por convenção, o último cabeçalho 
é o cabeçalho do rótulo.

O features parâmetro é definido como a expressão “Features” do JMESPath para que a tarefa de 
processamento do SageMaker Clarify possa extrair a matriz de recursos de cada registro. O label
parâmetro é definido como a expressão “Label” do JMESPath para que o trabalho de processamento 
do SageMaker Clarify possa extrair o rótulo de verdade fundamental de cada registro. Use um nome 
de faceta para especificar o atributo sigiloso, da seguinte forma.

{ 
    "dataset_type": "application/jsonlines", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
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    "label": "Label", 
    "features": "Features", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        } 
    }
}

Calcular todas as métricas de desvio

Você deve ter um modelo treinado para calcular as métricas de desvio pós-treinamento. O exemplo 
a seguir é de um modelo de classificação binária que gera dados de linhas JSON no formato do 
exemplo. Cada linha da saída do modelo é um objeto JSON válido. A chave predicted_label
refere-se ao rótulo previsto e a chave probability refere-se ao valor da probabilidade.

{"predicted_label":0,"probability":0.028986845165491}
{"predicted_label":1,"probability":0.825382471084594}
...

Você pode implantar o modelo em um SageMaker endpoint chamadoyour_endpoint. O exemplo 
de configuração de análise a seguir instrui o trabalho de processamento do SageMaker Clarify a 
calcular todas as métricas de viés possíveis para o conjunto de dados e o modelo. No exemplo, os 
parâmetros content_type e accept_type não estão incluídos. Portanto, eles são configurados 
automaticamente para usar o valor do parâmetro dataset_type, que é application/jsonlines. 
O trabalho de processamento do SageMaker Clarify usa o content_template parâmetro para 
compor a entrada do modelo, substituindo o $features espaço reservado por uma matriz de 
recursos.

{ 
    "dataset_type": "application/jsonlines", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "Label", 
    "features": "Features", 
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    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "{\"Features\":$features}", 
        "label": "predicted_label" 
    }
}

Calcular os valores SHAP

Como a análise SHAP não precisa de um rótulo de veracidade fundamental, o parâmetro label
é omitido. Neste exemplo, o parâmetro headers também é omitido. Portanto, a tarefa de 
processamento do SageMaker Clarify deve gerar espaços reservados usando nomes genéricos, 
como column_0 ou column_1 para cabeçalhos de recursos, e label0 para um cabeçalho de 
rótulo. Você pode especificar valores para headers e para um label melhorar a legibilidade do 
resultado da análise. Como o parâmetro de probabilidade está definido como expressão JMESPath
probability, o valor da probabilidade será extraído da saída do modelo. Veja a seguir um 
exemplo do cálculo dos valores SHAP.

{ 
    "dataset_type": "application/jsonlines", 
    "features": "Features", 
    "methods": { 
        "shap": { 
            "num_clusters": 1 
        } 
    }, 
    "predictor": { 
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        "endpoint_name": "your_endpoint", 
        "content_template": "{\"Features\":$features}", 
        "probability": "probability" 
    }
}

Calcular gráficos de dependência parcial (PDPs)

O exemplo a seguir mostra como visualizar a importância de “Renda” no PDP. Neste exemplo, os 
cabeçalhos dos recursos não são fornecidos. Portanto, o parâmetro features do método pdp
deve usar índice baseado em zero para se referir à localização da coluna de recursos. O parâmetro
grid_resolution dividia o intervalo dos valores do recurso em 10 buckets . Juntos, os parâmetros 
no exemplo instruem o trabalho de processamento do SageMaker Clarify a gerar um relatório 
contendo um gráfico PDP Income com 10 segmentos no eixo x. O eixo y mostrará o impacto 
marginal de Income nas previsões.

{ 
    "dataset_type": "application/jsonlines", 
    "features": "Features", 
    "methods": { 
        "pdp": { 
            "features": [2], 
            "grid_resolution": 10
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "{\"Features\":$features}", 
        "probability": "probability" 
    }
}

Calcular as métricas de desvio e a importância do recurso

Você pode combinar todos os métodos anteriores em um único arquivo de configuração de análise 
e calculá-los todos em um único trabalho. O exemplo a seguir mostra uma configuração de análise 
com todas as etapas combinadas. Neste exemplo, o parâmetro probability está definido. Mas 
como a análise de desvio precisa de um rótulo previsto, o parâmetro probability_threshold
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é definido como 0.5 para converter a pontuação de probabilidade em um rótulo binário. Neste 
exemplo, o parâmetro top_k_features do método pdp é definido como 2. Isso instrui o trabalho 
de processamento do SageMaker Clarify a calcular PDPs para os principais 2 recursos com os 
maiores valores globais de SHAP.

{ 
    "dataset_type": "application/jsonlines", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "Label", 
    "features": "Features", 
    "probability_threshold": 0.5, 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        }, 
        "shap": { 
            "num_clusters": 1
        }, 
        "pdp": { 
            "top_k_features": 2, 
            "grid_resolution": 10
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "{\"Features\":$features}", 
        "probability": "probability" 
    }
}
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Configuração de análise para um conjunto de dados JSON

Os exemplos a seguir mostram como configurar a análise de desvio e explicabilidade para um 
conjunto de dados tabular no formato JSON. Nesses exemplos, o conjunto de dados de entrada tem 
os mesmos dados da seção anterior, mas eles estão no formato denso do SageMaker JSON. Para 
obter mais informações sobre linhas JSON, consulte Formato da solicitação JSONLINES.

Toda a solicitação de entrada é um JSON válido, em que a estrutura externa é uma lista e cada 
elemento é o dado de um registro. Em cada registro, a chave de pontos Features de uma matriz 
de valores de recursos e a chave de pontos Label se refere ao rótulo de veracidade. O conjunto de 
dados é fornecido ao trabalho do SageMaker Clarify pela entrada dataset de processamento.

[ 
    {"Features":[25,0,2850,2],"Label":0}, 
    {"Features":[36,0,6585,0],"Label":1}, 
    {"Features":[22,1,1759,1],"Label":1}, 
    {"Features":[48,0,3446,1],"Label":0}, 
    ...
]

As seções a seguir mostram como calcular métricas de desvio pré-treinamento e pós-treinamento, 
valores SHAP e gráficos de dependência parcial (PDPs) que mostram a importância dos recursos de 
um conjunto de dados no formato JSON Lines.

Calcular as métricas de tendências do pré-treinamento

Especifique o rótulo, os recursos, o formato e os métodos para medir as métricas de desvio antes do 
treinamento em um Gender valor de 0. No exemplo a seguir, o parâmetro headers fornece primeiro 
os nomes dos recursos. O nome do rótulo é fornecido por último. Para conjuntos de dados JSON, o 
último cabeçalho é o cabeçalho do rótulo.

O parâmetro features é definido como a expressão JMESPath que extrai uma matriz ou matriz 2D. 
Cada linha nessa matriz deve conter a lista de Features para cada registro. O parâmetro label
é definido como expressão JMESPath que extrai uma lista de rótulo de veracidade. Cada elemento 
dessa lista deve conter o rótulo de um registro.

Use um nome de faceta para especificar o atributo sigiloso, da seguinte forma.

{ 
    "dataset_type": "application/json", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
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    "label": "[*].Label", 
    "features": "[*].Features", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        } 
    }
}

Calcular todas as métricas de desvio

Você deve ter um modelo treinado para calcular as métricas de desvio pós-treinamento. O exemplo 
de código a seguir é de um modelo de classificação binária que gera dados JSON no formato do 
exemplo. No exemplo, cada elemento abaixo predictions é a saída de previsão de um registro. A 
chave predicted_label refere-se ao rótulo previsto e a chave probability refere-se ao valor 
da probabilidade.

{ 
    "predictions": [ 
        {"predicted_label":0,"probability":0.028986845165491}, 
        {"predicted_label":1,"probability":0.825382471084594}, 
        ... 
    ]
}

Você pode implantar o modelo em um SageMaker endpoint chamadoyour_endpoint.

No exemplo a seguir, os parâmetros content_type e accept_type não estão definidos. Portanto,
content_type e accept_type são automaticamente configurados para usar o valor do parâmetro
dataset_type, que é application/json. Em seguida, o trabalho de processamento do 
SageMaker Clarify usa o content_template parâmetro para compor a entrada do modelo.

No exemplo a seguir, a entrada do modelo é composta pela substituição do $records espaço 
reservado por uma matriz de registros. Em seguida, o parâmetro record_template compõe a 
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estrutura JSON de cada registro e substitui o $features espaço reservado pela matriz de recursos 
de cada registro.

O exemplo de configuração de análise a seguir instrui o trabalho de processamento do SageMaker 
Clarify a calcular todas as métricas de viés possíveis para o conjunto de dados e o modelo.

{ 
    "dataset_type": "application/json", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "[*].Label", 
    "features": "[*].Features", 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 
            "methods": "all" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "$records", 
        "record_template": "{\"Features\":$features}", 
        "label": "predictions[*].predicted_label" 
    }
}

Calcular os valores SHAP

Não é necessário especificar um rótulo para a análise SHAP. No exemplo a seguir, o parâmetro
headers não está especificado. Portanto, o trabalho de processamento do SageMaker Clarify 
gerará espaços reservados usando nomes genéricos, como column_0 ou column_1 para 
cabeçalhos de recursos, e label0 para um cabeçalho de rótulo. Você pode especificar valores para
headers e para um label melhorar a legibilidade do resultado da análise.
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No exemplo de configuração a seguir, o parâmetro de probabilidade é configurado como uma 
expressão JMESPath que extrai as probabilidades de cada previsão para cada registro. Veja a seguir 
um exemplo do cálculo dos valores SHAP.

{ 
    "dataset_type": "application/json", 
    "features": "[*].Features", 
    "methods": { 
        "shap": { 
            "num_clusters": 1 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "$records", 
        "record_template": "{\"Features\":$features}", 
        "probability": "predictions[*].probability" 
    }
}

Calcular os gráficos de dependência parcial (PDPs)

O exemplo a seguir mostra como visualizar a importância de um recurso em PDPs. No exemplo, 
os cabeçalhos dos recursos não são fornecidos. Portanto, o parâmetro features do método pdp
deve usar índice baseado em zero para se referir à localização da coluna de recursos. O parâmetro
grid_resolution dividia o intervalo dos valores do recurso em 10 buckets .

Juntos, os parâmetros no exemplo a seguir instruem o trabalho de processamento do SageMaker 
Clarify a gerar um relatório contendo um gráfico PDP Income com 10 segmentos no eixo x. O eixo y 
mostra o impacto marginal de Income nas previsões.

O exemplo de configuração a seguir mostra como visualizar a importância de Income em PDPs.

{ 
    "dataset_type": "application/json", 
    "features": "[*].Features", 
    "methods": { 
        "pdp": { 
            "features": [2], 
            "grid_resolution": 10 
        }, 
        "report": { 
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            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "$records", 
        "record_template": "{\"Features\":$features}", 
        "probability": "predictions[*].probability" 
    }
}

Calcular as métricas de desvio e a importância do recurso

Você pode combinar todos os métodos de configuração anteriores em um único arquivo de 
configuração de análise e calculá-los todos com um único trabalho. O exemplo a seguir mostra uma 
configuração de análise com todas as etapas combinadas.

Neste exemplo, o parâmetro probability está definido. Como a análise de desvio precisa de 
um rótulo previsto, o probability_threshold parâmetro é definido como 0.5, que é usado 
para converter a pontuação de probabilidade em um rótulo binário. Neste exemplo, o parâmetro
top_k_features do método pdp é definido como 2. Isso instrui o trabalho de processamento do 
SageMaker Clarify a calcular PDPs para os principais 2 recursos com os maiores valores globais de 
SHAP.

{ 
    "dataset_type": "application/json", 
    "headers": ["Age","Gender","Income","Occupation","Target"], 
    "label": "[*].Label", 
    "features": "[*].Features", 
    "probability_threshold": 0.5, 
    "label_values_or_threshold": [1], 
    "facet": [ 
        { 
            "name_or_index": "Gender", 
            "value_or_threshold": [0] 
        } 
    ], 
    "methods": { 
        "pre_training_bias": { 
            "methods": "all" 
        }, 
        "post_training_bias": { 

Configurar um SageMaker Clarify Processing Job 5591



Amazon SageMaker Guia do Desenvolvedor

            "methods": "all" 
        }, 
        "shap": { 
            "num_clusters": 1 
        }, 
        "pdp": { 
            "top_k_features": 2, 
            "grid_resolution": 10 
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "endpoint_name": "your_endpoint", 
        "content_template": "$records", 
        "record_template": "{\"Features\":$features}", 
        "probability": "predictions[*].probability" 
    }
}

Configuração de análise para explicabilidade do processamento de linguagem natural

O exemplo a seguir mostra um arquivo de configuração de análise para calcular a importância do 
recurso para processamento de linguagem natural (PLN). Neste exemplo, o conjunto de dados de 
entrada é um conjunto de dados tabular em formato CSV, com uma coluna de rótulo binário e duas 
colunas de recursos, como segue. O conjunto de dados é fornecido à tarefa SageMaker Clarify pelo 
parâmetro dataset de entrada de processamento.

0,2,"They taste gross"
1,3,"Flavor needs work"
1,5,"Taste is awful"
0,1,"The worst"
...

Neste exemplo, um modelo de classificação binária foi treinado no conjunto de dados anterior. O 
modelo aceita dados CSV e gera uma única pontuação entre 0 e 1, como segue.

0.491656005382537
0.569582343101501
...
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O modelo é usado para criar um SageMaker modelo chamado “your_model”. A configuração de 
análise a seguir mostra como executar uma análise de explicabilidade baseada em token usando 
o modelo e o conjunto de dados. O parâmetro text_config ativa a análise de explicabilidade da 
PNL. O parâmetro granularity indica que a análise deve analisar os tokens.

Em inglês, cada token é uma palavra. O exemplo a seguir também mostra como fornecer uma 
instância de "linha de base" SHAP no local usando uma "Classificação" média de 4. Um token de 
máscara especial "[MASK]" é usado para substituir um token (palavra) em "Comentários". Este 
exemplo também usa um tipo de instância de endpoint de GPU para acelerar a inferência.

{ 
    "dataset_type": "text/csv", 
    "headers": ["Target","Rating","Comments"] 
    "label": "Target", 
    "methods": { 
        "shap": { 
            "text_config": { 
                "granularity": "token", 
                "language": "english" 
            } 
            "baseline": [[4,"[MASK]"]], 
        } 
    }, 
    "predictor": { 
        "model_name": "your_nlp_model", 
        "initial_instance_count": 1, 
        "instance_type": "ml.g4dn.xlarge" 
    }
}

Configuração de análise para explicabilidade de visão computacional

O exemplo a seguir mostra a importância de um recurso de computação de arquivo de configuração 
de análise para visão computacional. Neste exemplo, o conjunto de dados de entrada consiste 
em imagens JPEG. O conjunto de dados é fornecido à tarefa SageMaker Clarify pelo parâmetro
dataset de entrada de processamento. O exemplo mostra como configurar uma análise de 
explicabilidade usando um modelo de classificação de SageMaker imagens. No exemplo, um modelo 
denominado your_cv_ic_model foi treinado para classificar os animais nas imagens JPEG de 
entrada.

{ 
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    "dataset_type": "application/x-image", 
    "methods": { 
        "shap": { 
             "image_config": { 
                "model_type": "IMAGE_CLASSIFICATION", 
                 "num_segments": 20, 
                "segment_compactness": 10
             } 
        }, 
        "report": { 
            "name": "report" 
        } 
    }, 
    "predictor": { 
        "model_name": "your_cv_ic_model", 
        "initial_instance_count": 1, 
        "instance_type": "ml.p2.xlarge", 
        "label_headers": ["bird","cat","dog"] 
    }
}

Para obter mais informações sobre classificação de imagens, consulteClassificação de imagens - 
MXNet.

Neste exemplo, um modelo de detecção de SageMaker objetos your_cv_od_model é treinado 
nas mesmas imagens JPEG para identificar os animais nelas. O exemplo a seguir mostra como 
configurar uma análise de explicabilidade para o modelo de detecção de objetos.

{ 
    "dataset_type": "application/x-image", 
    "probability_threshold": 0.5, 
    "methods": { 
        "shap": { 
             "image_config": { 
                "model_type": "OBJECT_DETECTION", 
                 "max_objects": 3, 
                "context": 1.0, 
                "iou_threshold": 0.5, 
                 "num_segments": 20, 
                "segment_compactness": 10
             } 
        }, 
        "report": { 
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            "name": "report" 
        } 
    }, 
    "predictor": { 
        "model_name": "your_cv_od_model", 
        "initial_instance_count": 1, 
        "instance_type": "ml.p2.xlarge", 
        "label_headers": ["bird","cat","dog"] 
    }
}

Guia de compatibilidade de formato de dados

Este guia descreve os tipos de formato de dados que são compatíveis com as tarefas de 
processamento do SageMaker Clarify. Os tipos de formato de dados suportados incluem extensões 
de arquivo, estrutura de dados e requisitos ou restrições específicas para conjuntos de dados 
tabulares e de imagem. Este guia também mostra como verificar se seu conjunto de dados está em 
conformidade com esses requisitos.

Em um alto nível, o trabalho de processamento do SageMaker Clarify segue o modelo de entrada-
processo-saída para calcular métricas de viés e atribuições de recursos. Consulte os exemplos a 
seguir para obter detalhes.

A entrada para a tarefa de processamento do SageMaker Clarify consiste no seguinte:

• O conjunto de dados a ser analisado.

• O configuração de análise Para obter mais informações sobre como configurar uma análise, 
consulteConfigurar a análise.

Durante o estágio de processamento, o SageMaker Clarify calcula métricas de viés e atribuições de 
recursos. O trabalho de processamento do SageMaker Clarify conclui as seguintes etapas no back-
end:

• O trabalho de processamento do SageMaker Clarify analisa sua configuração de análise e carrega 
seu conjunto de dados.

• Para calcular métricas de desvio pós-treinamento e atribuições de recursos, o trabalho exige 
previsões de modelo do seu modelo. O trabalho de processamento do SageMaker Clarify serializa 
seus dados e os envia como uma solicitação ao seu modelo, que é implantado em um endpoint de 
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inferência SageMaker em tempo real. Depois disso, o trabalho de processamento do SageMaker 
Clarify extrai previsões da resposta.

• O trabalho de processamento do SageMaker Clarify executa a análise de viés e explicabilidade e, 
em seguida, gera os resultados.

Para obter mais informações, consulteComo funcionam os trabalhos de processamento do 
SageMaker Clarify

O parâmetro usado para especificar o formato dos dados depende de onde os dados são usados no 
fluxo de processamento, como segue:

• Para um conjunto de dados de entrada, use o parâmetro dataset_type para especificar o 
formato ou o tipo MIME.

• Para uma solicitação para um endpoint, use o paramêtro content_typepara especificar o 
formato.

• Para uma solicitação para um endpoint, use o parâmetro accept_typepara especificar o formato.

O conjunto de dados de entrada, a solicitação e a resposta de e para o endpoint não exigem o 
mesmo formato. Por exemplo, você pode usar um conjunto de dados do Parquet com uma carga de
solicitação CSV e uma carga de resposta de linhas JSON de acordo com as seguintes condições.

• Sua análise está configurada corretamente.

• Seu modelo oferece suporte aos formatos de solicitação e resposta.

Note

Se content_type ou não accept_type forem fornecidos, o contêiner SageMaker Clarify
content_type infere o e. accept_type

Tópicos

• Dados tabulares

• Dados de imagem.
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Dados tabulares

Dados tabulares referem-se a dados que podem ser carregados em um quadro de dados 
bidimensional. No quadro, cada linha representa um registro e cada registro tem uma ou mais 
colunas. Os valores em cada célula do quadro de dados podem ser de tipos de dados numéricos, 
categóricos ou de texto.

Pré-requisitos do conjunto de dados tabular

Antes da análise, seu conjunto de dados deveria ter todas as etapas de pré-processamento 
necessárias já aplicadas. Isso inclui limpeza de dados ou engenharia de atributos.

Você pode fornecer um ou vários conjuntos de dados. Se você fornecer vários conjuntos de dados, 
use o seguinte para identificá-los na tarefa de processamento do SageMaker Clarify.

• Use uma configuração ProcessingInputnomeada dataset ou de análise dataset_uri para 
especificar o conjunto de dados principal. Para obter mais informações sobredataset_uri, 
consulte a lista de parâmetros emConfigurar a análise.

• Use o parâmetro baseline fornecido no arquivo de configuração da análise. O conjunto de dados 
de linha de base é necessário para a análise SHAP. Para obter mais informações sobre o arquivo 
de configuração de análise, incluindo exemplos, consulteConfigurar a análise.

A tabela a seguir lista os formatos de dados suportados, suas extensões de arquivo e tipos de MIME.

Formato de dados Extensão do arquivo Tipo MIME

CSV csv text/csv

Linhas JSON jsonl application/jsonli 
nes

JSON json application/json

Parquet parquet "application/x-parquet"

As seções a seguir mostram exemplos de conjuntos de dados tabulares nos formatos CSV, JSON 
Lines e Apache Parquet.
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Pré-requisitos de conjunto de dados tabulares em formato CSV

A tarefa de processamento do SageMaker Clarify foi projetada para carregar arquivos de dados CSV 
no dialeto csv.excel. No entanto, é flexível o suficiente para suportar outros terminadores de linha, 
incluindo \n e \r.

Para compatibilidade, todos os arquivos de dados CSV fornecidos para a tarefa de processamento 
do SageMaker Clarify devem ser codificados em UTF-8.

Se o conjunto de dados não conter uma linha de cabeçalho, faça o seguinte:

• Defina o rótulo de configuração da análise para indexar 0. Isso significa que a primeira coluna é o 
rótulo de veracidade.

• Se o parâmetro headers estiver definido, label defina o cabeçalho da coluna do rótulo para 
indicar a localização da coluna do rótulo. Todas as outras colunas são designadas como recursos.

A seguir está um exemplo de um conjunto de dados que não contém uma linha de cabeçalho.

1,5,2.8,2.538,This is a good product
0,1,0.79,0.475,Bad shopping experience
...

Se seus dados contiverem uma linha de cabeçalho, defina o parâmetro label para indexar 0. Para 
indicar a localização da coluna do rótulo, use o cabeçalho do rótulo de veracidade Label. Todas as 
outras colunas são designadas como recursos.

A seguir está um exemplo de um conjunto de dados que contém uma linha de cabeçalho.

Label,Rating,A12,A13,Comments
1,5,2.8,2.538,This is a good product
0,1,0.79,0.475,Bad shopping experience
...

Pré-requisitos de conjunto de dados tabulares em formato JSON

O JSON é um formato flexível para representar dados estruturados que contêm qualquer nível de 
complexidade. O suporte do SageMaker Clarify para JSON não está restrito a nenhum formato 
específico e, portanto, permite formatos de dados mais flexíveis em comparação com conjuntos de 
dados nos formatos CSV ou JSON Lines. Este guia mostra como definir uma configuração de análise 
para dados tabulares no formato JSON.
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Note

Para garantir a compatibilidade, todos os arquivos de dados JSON fornecidos para a tarefa 
de processamento do SageMaker Clarify devem ser codificados em UTF-8.

Veja a seguir exemplos de dados de entrada com registros que contêm uma chave de nível superior, 
uma lista de recursos e um rótulo.

[ 
    {"features":[1,5,2.8,2.538,"This is a good product"],"label":1}, 
    {"features":[0,1,0.79,0.475,"Bad shopping experience"],"label":0}, 
    ...
]

Um exemplo de análise de configuração para o conjunto de dados de exemplo de entrada anterior 
deve definir os seguintes parâmetros:

• O parâmetro label deve usar a expressão JMESPath [*].label para extrair o rótulo de 
verdade fundamental para cada registro no conjunto de dados. A expressão JMESPath deve 
produzir uma lista de rótulos onde o i-ésimo rótulo corresponde ao i-ésimo registro.

• O parâmetro features deve usar a expressão JMESPath [*].features para extrair uma 
matriz de recursos para cada registro no conjunto de dados. A expressão JMESPath deve produzir 
um array ou matriz 2D onde a i-ésima linha contém os valores do recurso correspondente ao i-ésimo

registro.

A seguir estão exemplos de dados de entrada com registros que contêm uma chave de nível 
superior e uma chave aninhada que contém uma lista de recursos e rótulos para cada registro.

{ 
    "data": [ 
        {"features":[1,5,2.8,2.538,"This is a good product"],"label":1}}, 
        {"features":[0,1,0.79,0.475,"Bad shopping experience"],"label":0}} 
    ]
}

Um exemplo de análise de configuração para o conjunto de dados de exemplo de entrada anterior 
deve definir os seguintes parâmetros:
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• O parâmetro label usa a expressão JMESPath do data[*].label para extrair o rótulo de 
verdade para cada registro no conjunto de dados. A expressão JMESPath deve produzir uma lista 
de rótulos onde o i-ésimo rótulo é para o i-ésimo registro.

• O parâmetro features usa a expressão JMESPath data[*].features para extrair a matriz 
de recursos, para cada registro no conjunto de dados. A expressão JMESPath deve produzir um 
variedade ou matriz 2D onde a i-ésima linha contém os valores do recurso para o i-ésimo registro.

Pré-requisitos de conjunto de dados tabulares em Formato JSON Lines

Linhas JSON é um formato de texto para representar dados estruturados em que cada linha é um 
objeto JSON válido. Atualmente, os trabalhos de processamento do SageMaker Clarify suportam 
apenas linhas JSON de formato SageMaker denso. Para estar em conformidade com o formato 
exigido, todos os recursos de um registro devem ser listados em uma única matriz JSON. Para obter 
mais informações sobre linhas JSON, consulte Formato da solicitação JSONLINES.

Note

Todos os arquivos de dados de linhas JSON fornecidos para a tarefa de processamento do 
SageMaker Clarify devem ser codificados em UTF-8 para garantir a compatibilidade.

A seguir está um exemplo de como definir uma configuração de análise para um registro que contém 
uma chave de nível superior e uma lista de elementos.

{"features":[1,5,2.8,2.538,"This is a good product"],"label":1}
{"features":[0,1,0.79,0.475,"Bad shopping experience"],"label":0}
...

A análise de configuração do exemplo de conjunto de dados anterior deve definir os parâmetros da 
seguinte forma:

• Para indicar a localização do rótulo de verdade fundamental, o parâmetro label deve ser definido 
como a expressão JMESPath label.

• Para indicar a localização da matriz de recursos, o parâmetro features deve ser definido como a 
expressão JMESPath features.
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Veja a seguir um exemplo de como definir uma configuração de análise para um registro que contém 
uma chave de nível superior e uma chave aninhada que contém uma lista de elementos.

{"data":{"features":[1,5,2.8,2.538,"This is a good product"],"label":1}}
{"data":{"features":[0,1,0.79,0.475,"Bad shopping experience"],"label":0}}
...

A análise de configuração do exemplo de conjunto de dados anterior deve definir os parâmetros da 
seguinte forma:

• O parâmetro label deve ser definido como a expressão JMESPath data.label para indicar a 
localização do rótulo de verdade.

• O parâmetro features deve ser definido como a expressão JMESPath data.features para 
indicar a localização da matriz de recursos.

Pré-requisitos de conjunto de dados tabulares em formato Parquet

O Parquet é um formato de dados binários orientado por colunas. Atualmente, os trabalhos de 
processamento do SageMaker Clarify oferecem suporte ao carregamento de arquivos de dados do 
Parquet somente quando a contagem de instâncias de processamento é1.

Como os trabalhos de processamento do SageMaker Clarify não oferecem suporte à solicitação ou 
resposta do endpoint no formato Parquet, você deve especificar o formato de dados da solicitação 
do endpoint definindo o parâmetro de configuração da análise content_type para um formato 
compatível. Para obter mais informações, consulte content_type em Configurar a análise.

Os dados do Parquet devem ter nomes das colunas formatados como cadeias de caracteres. Use 
o parâmetro label de configuração de análise para definir o nome da coluna do rótulo para indicar 
a localização dos rótulos verdadeiros fundamentais. Todas as outras colunas são designadas como 
recursos.

Solicitações de endpoint para dados tabulares

Para obter previsões de modelo para análise de viés pós-treinamento e análise de importância 
de recursos, os trabalhos de processamento do SageMaker Clarify serializam os dados tabulares 
em bytes e os enviam para um endpoint de inferência como carga útil de solicitação. Esses dados 
tabulares são provenientes do conjunto de dados de entrada ou são gerados. Se forem dados 
sintéticos, eles são gerados pelo explicador para análise SHAP ou análise PDP.
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O formato de dados da carga útil da solicitação deve ser especificado pelo parâmetro
content_type de configuração da análise. Se o parâmetro não for fornecido, o trabalho 
de processamento do SageMaker Clarify usará o valor do dataset_type parâmetro como 
o tipo de conteúdo. Para obter mais informações sobre content_type oudataset_type, 
consulteConfigurar a análise.

As seções a seguir mostram exemplos de solicitações de endpoint nos formatos CSV e JSON Lines.

Solicitação de endpoint no formato CSV

A tarefa de processamento do SageMaker Clarify pode serializar dados no formato CSV (tipo 
MIME:). text/csv A tabela a seguir mostra exemplos das cargas de solicitações serializadas.

Carga útil da solicitação de endpoint (represen 
tação de string)

Comentários

'1,2,3,4' Registro único (quatro características 
numéricas).

'1,2,3,4\n5,6,7,8' Dois registros, separados por quebra de linha 
'\n'.

'"Este é um bom produto” ,5' Registro único (um recurso de texto e um 
recurso numérico).

'"Este é um bom produto” ,5\n“Experiência de 
compra ruim” ,1'

Dois registros.

A solicitação do endpoint está no formato JSON Lines

O trabalho de processamento do SageMaker Clarify pode serializar dados no formato denso de 
linhas SageMaker JSON (tipo MIME:). application/jsonlines Para obter mais informações 
sobre linhas JSON, consulte Formato da solicitação JSONLINES.

Para transformar dados tabulares em dados JSON, forneça uma string de modelo para o 
parâmetro content_template de configuração da análise. Para obter mais informações sobre o
content_template, consulte Configurar a análise. A tabela a seguir mostra exemplos de cargas 
de solicitação de linhas JSON serializadas.
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Carga da solicitação de endpoint (represen 
tação de string)

Comentários

'{"data":{"features":[1,2,3,4]}}' Registro único Nesse caso, o modelo se 
parece '{"data":{"features":$featu 
res}}'  e $features  é substituído pela 
lista de recursos [1,2,3,4] .

'{"data":{"features":[1,2,3,4]}}\n{"data":{"f 
eatures":[5,6,7,8]}}'

Dois registros.

'{"features":["This is a good product",5]}' Registro único Neste caso, o modelo se parece 
com '{"features":$features}'  e 
$features é substituído pela lista de recursos
["This is a good product",5] .

'{"features":["This is a good product",5]}\n{"fe 
atures":["Bad shopping experience",1]}'

Dois registros.

A solicitação de endpoint está no formato JSON

Um trabalho de processamento do SageMaker Clarify pode serializar dados em estruturas JSON 
arbitrárias (tipo MIME:). application/json Para fazer isso, você deve fornecer uma string de 
modelo para o content_template parâmetro de configuração da análise. Isso é usado pelo 
trabalho de processamento do SageMaker Clarify para construir a estrutura JSON externa. Você 
também deve fornecer uma string de modelo para record_template, que é usada para construir 
a estrutura JSON para cada registro. Para obter mais informações sobre content_template e
record_template, consulte Configurar a análise.

Note

Como content_template e record_template são parâmetros de string, qualquer 
caractere de aspa dupla (") que faça parte da estrutura serializada do JSON deve 
ser anotado como um caractere de escape em sua configuração. Por exemplo, se 
você quiser escapar de uma aspa dupla em Python, você pode digitar o seguinte para
content_template.
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"{\"data\":{\"features\":$record}}}"

A tabela a seguir mostra exemplos de cargas de solicitações JSON serializadas e os parâmetros
content_template e record_template correspondentes necessários para construí-las.

Carga da solicitação 
de endpoint (represen 
tação de string)

Comentários content_template record_template

'{"data":{"features":
[1,2,3,4]}}'

Registro único por 
vez.

'{"data":{"features":
$record}}}'

“$features"

'{"instances":[[0, 1], [3, 
4]], "feature-names": 
["A", "B"]}'

Vários registros com 
nomes de recursos.

‘{"instances":$records, 
"feature-names":$f 
eature_names}'

“$features"

'[{"A": 0, "B": 1}, {"A": 
3, "B": 4}]'

Vários registros e 
pares de chave-valor.

“$records" “$features_kvp"

‘{"A": 0, "B": 1}' Registro único por vez 
e pares de chave-val 
or.

"$record" "$features_kvp"

‘{"A": 0, "nested": {"B": 
1}}'

Como alternativa, use 
o record_template 
totalmente detalhado 
para estruturas 
arbitrárias.

"$record" '{"A": "${A}", "nested": 
{"B": "${B}"}}'

Resposta de endpoint para dados tabulares

Depois que o trabalho de processamento do SageMaker Clarify recebe a resposta de uma invocação 
de endpoint de inferência, ele desserializa a carga útil da resposta e extrai previsões dela. Use o 
parâmetro accept_type de configuração de análise para especificar o formato de dados da carga 
útil de resposta. Se não accept_type for fornecido, o trabalho de processamento do SageMaker 
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Clarify usará o valor do parâmetro content_type como formato de saída do modelo. Para obter mais 
informações sobre o accept_type, consulte Configurar a análise.

As previsões podem consistir em rótulos previstos para análise de viés ou valores de probabilidade 
(pontuações) para análise de importância do recurso. Na configuração da análise predictor, os 
três parâmetros a seguir extraem as previsões.

• O parâmetro probability é usado para localizar os valores de probabilidade (pontuações) na 
resposta do endpoint.

• O parâmetro label é usado para localizar os rótulos previstos na resposta do endpoint.

• (Opcional) O parâmetro label_headers fornece os rótulos previstos para um modelo 
multiclasse.

As diretrizes a seguir se referem às respostas de endpoints nos formatos CSV, JSON Lines e JSON.

O Endpoint Response está em formato CSV

Se a carga de resposta estiver no formato CSV (tipo MIME:text/csv), a tarefa de processamento 
do SageMaker Clarify desserializará cada linha. Em seguida, ele extrai as previsões dos dados 
desserializados usando os índices de coluna fornecidos na configuração da análise. As linhas na 
carga de resposta devem corresponder aos registros na carga da solicitação.

As tabelas a seguir fornecem exemplos de dados de resposta em diferentes formatos e para 
diferentes tipos de problemas. Seus dados podem variar desses exemplos, desde que as previsões 
possam ser extraídas de acordo com a configuração da análise.

As seções a seguir mostram exemplos de respostas de endpoint em formatos CSV.

A resposta do endpoint está no formato CSV e contém apenas probabilidade

A tabela a seguir é um exemplo de resposta de endpoint para problemas de regressão e 
classificação binária.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '0.6'
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Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Dois registros (resultados em uma linha, 
divididos por vírgula).

'0.6,0.3'

Dois registros (resultados em duas linhas) '0.6\n0.3'

Para o exemplo anterior, o endpoint gera um único valor de probabilidade (pontuação) do rótulo 
previsto. Para extrair probabilidades usando o índice e usá-las para análise da importância do 
recurso, defina o parâmetro probability de configuração da análise como índice da coluna 0. 
Essas probabilidades também podem ser usadas para análise de desvio se forem convertidas em 
valor binário usando o parâmetro probability_threshold. Para obter mais informações sobre o
probability_threshold, consulte Configurar a análise.

A tabela a seguir é um exemplo de resposta de endpoint para um problema multiclasse.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único de um modelo multiclasse (três 
classes).

'0.1,0.6,0.3'

Dois registros de um modelo multiclasse (três 
classes).

'0.1,0.6,0.3\n0.2,0.5,0.3'

Para o exemplo anterior, o endpoint gera uma lista de probabilidades (pontuações). Se nenhum 
índice for fornecido, todos os valores serão extraídos e usados para análise de importância do 
recurso. Se o parâmetro de configuração de análise label_headers for fornecido. Em seguida, 
o trabalho de processamento do SageMaker Clarify pode selecionar o cabeçalho do rótulo com a 
probabilidade máxima como o rótulo previsto, que pode ser usado para análise de viés. Para obter 
mais informações sobre o label_headers, consulte Configurar a análise.

A resposta do endpoint está no formato CSV e contém apenas o rótulo previsto

A tabela a seguir é um exemplo de resposta de endpoint para problemas de regressão e 
classificação binária.
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Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '1'

Dois registros (resultados em uma linha, 
divididos por vírgula).

'1,0'

Dois registros (resultados em duas linhas) '1\n0'

Para o exemplo anterior, o endpoint gera o rótulo previsto em vez da probabilidade. Defina o 
parâmetro label da configuração predictor para o índice da coluna 0 para que os rótulos 
previstos possam ser extraídos usando o índice e usados para análise de polarização.

A resposta do endpoint está no formato CSV e contém rótulo e probabilidade previstos

A tabela a seguir é um exemplo de resposta de endpoint para problemas de regressão e 
classificação binária.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '1,0.6'

Dois registros '1,0.6\n0,0.3'

Para o exemplo anterior, o endpoint gera o rótulo previsto seguido por sua probabilidade. Defina o
label parâmetro da predictor configuração como índice 0 da coluna e probability defina 
como índice da coluna 1 para extrair os dois valores do parâmetro.

A resposta do endpoint está no formato CSV e contém rótulos e probabilidades previstas 
(multiclasse)

Um modelo multiclasse treinado pelo Amazon SageMaker Autopilot pode ser configurado para 
gerar a representação em sequência da lista de rótulos e probabilidades previstos. A tabela de 
exemplo a seguir mostra um exemplo de resposta de endpoint de um modelo configurado para gerar
predicted_label, probability, labels e probabilities.
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Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '"dog",0.6,"[\'cat\', \'dog\', \'fish\']","[0.1, 0.6, 
0.3]"'

Dois registros '"dog",0.6,"[\'cat\', \'dog\', \'fish\']","[0.1, 0.6, 
0.3]"\n""cat",0.7,[\'cat\', \'dog\', \'fish\']","[0.7, 0.2, 
0.1]"'

No exemplo anterior, o trabalho de processamento do SageMaker Clarify pode ser configurado das 
seguintes maneiras para extrair as previsões.

Para análise de desvio, o exemplo anterior pode ser configurado como um dos seguintes.

• Defina o parâmetro label da predictor configuração 0 para extrair o rótulo previsto.

• Defina o parâmetro para 2 extrair os rótulos previstos e probability defina como 3 para 
extrair as probabilidades correspondentes. O trabalho de processamento do SageMaker Clarify 
pode determinar automaticamente o rótulo previsto identificando o rótulo com o maior valor de 
probabilidade. Referindo-se ao exemplo anterior de um único registro, o modelo prevê três rótulos:
cat, dog e fish, com probabilidades correspondentes de 0.1, 0.6 e 0.3. Com base nessas 
probabilidades, o rótulo previsto é dog, pois tem o maior valor de probabilidade de 0.6.

• Defina probability como 3 para extrair as probabilidades. Se label_headers for fornecido, 
o trabalho de processamento do SageMaker Clarify poderá determinar automaticamente o rótulo 
previsto identificando o cabeçalho do rótulo com o maior valor de probabilidade.

Para análise da importância do recurso, o exemplo anterior pode ser configurado da seguinte forma.

• Defina probability para 3 extrair as probabilidades de todos os rótulos previstos. Em seguida, 
as atribuições de recursos serão computadas para todos os rótulos. Se o cliente não especificar
label_headers, as etiquetas previstas serão usadas como cabeçalhos de etiquetas no relatório 
de análise.
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A resposta do endpoint está no formato JSON Lines

Se a carga de resposta estiver no formato JSON Lines (tipo MIME:application/jsonlines), 
a tarefa de processamento do SageMaker Clarify desserializará cada linha como JSON. Em 
seguida, extrai previsões dos dados desserializados usando expressões JMESPath fornecidas 
na configuração da análise. As linhas na carga da resposta devem corresponder aos registros na 
carga da solicitação. As tabelas a seguir mostram exemplos de dados de resposta em diferentes 
formatos. Seus dados podem variar desses exemplos, desde que as previsões possam ser extraídas 
de acordo com a configuração da análise.

As seções a seguir mostram exemplos de respostas de endpoint em formato JSON Lines.

A resposta do endpoint está no formato JSON Lines e contém apenas probabilidade

A tabela a seguir é um exemplo de resposta de endpoint que gera apenas o valor de probabilidade 
(pontuação).

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '{"score":0.6}'

Dois registros '{"score":0.6}\n{"score":0.3}'

Para o exemplo anterior, defina o parâmetro de configuração de análise como probability a 
expressão “score” do JMESPath para extrair seu valor.

A resposta do endpoint está no formato JSON Lines e contém apenas o rótulo previsto

A tabela a seguir é um exemplo de resposta de endpoint que gera apenas o rótulo previsto.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '{"prediction":1}'

Dois registros '{"prediction":1}\n{"prediction":0}'
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No exemplo anterior, defina o label parâmetro da configuração do preditor como expressão 
JMESPath prediction. Em seguida, o trabalho de processamento do SageMaker Clarify pode 
extrair os rótulos previstos para análise de viés. Para ter mais informações, consulte Configurar a 
análise.

A resposta do endpoint está no formato JSON Lines e contém rótulo e probabilidade previstos

A tabela a seguir é um exemplo de resposta de endpoint que gera o rótulo previsto e sua pontuação.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '{"prediction":1,"score":0.6}'

Dois registros '{"prediction":1,"score":0.6}\n{"prediction": 
0,"score":0.3}'

No exemplo anterior, defina o parâmetro label da predictor configuração como a expressão 
“previsão” do JMESPath para extrair os rótulos previstos. Defina probability como “pontuação” 
da expressão JMESPath para extrair a probabilidade. Para ter mais informações, consulte Configurar 
a análise.

A resposta do endpoint está no formato JSON Lines e contém rótulos e probabilidades previstas 
(multiclasse)

A tabela a seguir é um exemplo de resposta de endpoint de um modelo multiclasse que gera o 
seguinte:

• Uma lista de rótulos previstos.

• Probabilidades e o rótulo previsto selecionado e sua probabilidade.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '{"predicted_label":"dog","probability":0.6," 
predicted_labels":["cat","dog","fish"],"proba 
bilities":[0.1,0.6,0.3]}'
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Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Dois registros '{"predicted_label":"dog","probability":0.6," 
predicted_labels":["cat","dog","fish"],"proba 
bilities":[0.1,0.6,0.3]}\n{"predicted_label": 
"cat","probability":0.7,"predicted_labels":[" 
cat","dog","fish"],"probabilities":[0.7,0.2,0.1]}'

No exemplo anterior, a tarefa de processamento do SageMaker Clarify pode ser configurada de 
várias maneiras para extrair as previsões.

Para análise de desvio, o exemplo anterior pode ser configurado como um dos seguintes.

• Defina o parâmetro label da configuração predictor para a expressão JMESPath 
"predicted_label" para extrair o rótulo previsto.

• Configure o parâmetro para a expressão JMESPath "predicted_labels" para extrair os rótulos 
previstos. Defina probability como "probabilidades" da expressão JMESPath para extrair 
suas probabilidades. A tarefa SageMaker Clarify determina automaticamente o rótulo previsto 
identificando o rótulo com o maior valor de probabilidade.

• Defina probability como "probabilidades" da expressão JMESPath para extrair suas 
probabilidades. Se label_headers for fornecido, o trabalho de processamento do SageMaker 
Clarify poderá determinar automaticamente o rótulo previsto identificando o rótulo com o maior 
valor de probabilidade.

Para analisar a importância do recurso, faça o seguinte.

• Defina probability a expressão “probabilidades” do JMESPath para extrair suas probabilidades 
de todos os rótulos previstos. Em seguida, as atribuições de recursos serão computadas para 
todos os rótulos.

A resposta do endpoint está no formato JSON

Se a carga de resposta estiver no formato JSON (tipo MIME:application/json), a tarefa de 
processamento do SageMaker Clarify desserializará toda a carga como JSON. Em seguida, extrai 
previsões dos dados desserializados usando expressões JMESPath fornecidas na configuração da 
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análise. Os registros na carga útil da resposta devem corresponder aos registros na carga útil da 
solicitação.

As seções a seguir mostram exemplos de respostas de endpoint em formatos JSON. As tabelas 
a seguir fornecem exemplos de dados de resposta em diferentes formatos e para diferentes tipos 
de problemas. Seus dados podem variar desses exemplos, desde que as previsões possam ser 
extraídas de acordo com a configuração da análise.

A resposta do endpoint está no formato JSON e contém apenas probabilidade

A tabela a seguir é um exemplo de resposta de um endpoint que gera apenas o valor de 
probabilidade (pontuação).

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '[0.6]'

Dois registros '[0.6,0.3]'

No exemplo anterior, não há quebra de linha na carga de resposta. Em vez disso, um único objeto 
JSON contém uma lista de pontuações, uma para cada registro na solicitação. Defina o parâmetro de 
configuração de análise probability como expressão JMESPath "[*]" para extrair o valor.

A resposta do endpoint está no formato JSON Lines e contém apenas o rótulo previsto

A tabela a seguir é um exemplo de resposta de um endpoint que gera apenas o rótulo previsto.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '{"predicted_labels":[1]}'

Dois registros '{"predicted_labels":[1,0]}'

Defina o label parâmetro da predictor configuração para a expressão “predicted_labels” do 
JMESPath e, em seguida, o trabalho de processamento do SageMaker Clarify poderá extrair os 
rótulos previstos para análise de viés.
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A resposta do endpoint está no formato JSON e contém rótulo e probabilidade previstos

A tabela a seguir é um exemplo de resposta de endpoint que gera o rótulo previsto e sua pontuação.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '{"predictions":[{"label":1,"score":0.6}'

Dois registros ‘{"predictions":[{"label":1,"score":0.6},{"la 
bel":0,"score":0.3}]}'

Para o exemplo anterior, configure o parâmetro label da configuração predictor para a 
expressão JMESPath "predictions[*].label" para extrair os rótulos previstos. Defina probability
como a expressão JMESPath "predictions[*].score" para extrair a probabilidade.

A resposta do endpoint está no formato JSON e contém rótulos e probabilidades previstas 
(multiclasse)

A tabela a seguir é um exemplo de resposta de um endpoint de um modelo multiclasse que gera o 
seguinte:

• Uma lista de rótulos previstos.

• Probabilidades e o rótulo previsto selecionado e sua probabilidade.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Registro único '[{"predicted_label":"dog","probability":0.6, 
"predicted_labels":["cat","dog","fish"],"prob 
abilities":[0.1,0.6,0.3]}]'

Dois registros '[{"predicted_label":"dog","probability":0.6, 
"predicted_labels":["cat","dog","fish"],"prob 
abilities":[0.1,0.6,0.3]},{"predicted_label": 
"cat","probability":0.7,"predicted_labels":[" 
cat","dog","fish"],"probabilities":[0.7,0.2,0.1]}]'
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O trabalho de processamento do SageMaker Clarify pode ser configurado de várias maneiras para 
extrair as previsões.

Para análise de desvio, o exemplo anterior pode ser configurado como um dos seguintes.

• Configure o parâmetro label da configuração predictor para a expressão JMESPath 
"[*].predicted_label" para extrair o rótulo previsto.

• Configure o parâmetro para expressão JMESPath "[*].predicted_labels" para extrair os rótulos 
previstos. Defina probability como expressão JMESPath "[*].probabilities" para extrair 
suas probabilidades. O trabalho de processamento do SageMaker Clarify pode determinar 
automaticamente a etiqueta prevista identificando a etiqueta com o maior valor de proximidade.

• Defina probability como expressão JMESPath "[*].probabilities" para extrair suas 
probabilidades. Se label_headers for fornecido, o trabalho de processamento do SageMaker 
Clarify poderá determinar automaticamente o rótulo previsto identificando o rótulo com o maior 
valor de probabilidade.

Para análise da importância do recurso, defina probability a expressão JMESPath 
“[*] .probabilities” para extrair suas probabilidades de todos os rótulos previstos. Em seguida, as 
atribuições de recursos serão computadas para todos os rótulos.

Verifique previamente a solicitação e resposta do endpoint para dados tabulares

Recomendamos que você implante seu modelo SageMaker em um endpoint de inferência em tempo 
real e envie solicitações para o endpoint. Examine manualmente as solicitações e respostas para 
garantir que ambas estejam em conformidade com os requisitos da seção Solicitações de endpoint 
para dados tabulares e da seção Resposta de endpoint para dados tabulares. Se o seu contêiner de 
modelo oferecer suporte a solicitações em lote, você poderá começar com uma única solicitação de 
registro e, em seguida, tentar dois ou mais registros.

Os comandos a seguir mostram como solicitar uma resposta usando o AWS CLI. O AWS CLI vem 
pré-instalado nas instâncias SageMaker Studio Classic e SageMaker Notebook. Se você precisar 
instalar o AWS CLI, siga este guia de instalação.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name $ENDPOINT_NAME \ 
  --content-type $CONTENT_TYPE \ 
  --accept $ACCEPT_TYPE \ 
  --body $REQUEST_DATA \ 
  $CLI_BINARY_FORMAT \ 
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  /dev/stderr 1>/dev/null

Os parâmetros são definidos da seguinte forma:

• $ENDPOINT NAME - O nome do endpoint.

• $CONTENT_TYPE — O tipo MIME da solicitação (entrada do contêiner do modelo).

• $ACCEPT_TYPE — O tipo MIME da resposta (saída do contêiner do modelo).

• $REQUEST_DATA — A string de carga útil solicitada.

• $CLI_BINARY_FORMAT — O formato do parâmetro da interface da linha de comando (CLI). Para 
AWS CLI v1, esse parâmetro deve permanecer em branco. Para v2, esse parâmetro deve ser 
definido como --cli-binary-format raw-in-base64-out.

Note

A AWS CLI v2 agora passa parâmetros binários, como strings codificadas em base64, por
padrão.

Os exemplos de solicitação e resposta a seguir de e para o endpoint usam AWS CLI v1.

Solicitação e resposta de endpoint em formato CSV

No exemplo de código a seguir, a solicitação consiste em um único registro e a resposta é seu valor 
de probabilidade.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-xgboost-model \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body '1,2,3,4' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

0.6

No exemplo de código a seguir, a solicitação consiste em dois registros e a resposta inclui suas 
probabilidades, que são separadas por uma vírgula.
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aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-xgboost-model \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

No exemplo de código anterior, a $'content' expressão no --body diz ao comando para 
interpretar '\n' no conteúdo como uma quebra de linha. Segue o resultado da resposta.

0.6,0.3

No exemplo de código a seguir, a solicitação consiste em dois registros, a resposta inclui suas 
probabilidades, separadas por uma quebra de linha.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

0.6
0.3

No exemplo de código a seguir, a solicitação consiste em um único registro e a resposta são valores 
de probabilidade de um modelo multiclasse contendo três classes.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body '1,2,3,4' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

0.1,0.6,0.3
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No exemplo de código a seguir, a solicitação consiste em dois registros e a resposta inclui seus 
valores de probabilidade de um modelo multiclasse contendo três classes.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-1 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

0.1,0.6,0.3
0.2,0.5,0.3

No exemplo de código a seguir, a solicitação consiste em dois registros e a resposta inclui rótulo e 
probabilidade previstos.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-2 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

1,0.6
0,0.3

No exemplo de código a seguir, a solicitação consiste em dois registros e a resposta inclui 
cabeçalhos de rótulos e probabilidades.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-3 \ 
  --content-type text/csv \ 
  --accept text/csv \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.
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"['cat','dog','fish']","[0.1,0.6,0.3]"
"['cat','dog','fish']","[0.2,0.5,0.3]"

Solicitação e resposta de endpoint em formato JSON Lines

No exemplo de código a seguir, a solicitação consiste em um único registro e a resposta é seu valor 
de probabilidade.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body '{"features":["This is a good product",5]}' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

{"score":0.6}

No exemplo de código a seguir, a solicitação contém dois registros e a resposta inclui rótulo e 
probabilidade previstos.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-2 \ 
  --content-type application/jsonlines \ 
  --accept application/jsonlines \ 
  --body $'{"features":[1,2,3,4]}\n{"features":[5,6,7,8]}' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

{"predicted_label":1,"probability":0.6}
{"predicted_label":0,"probability":0.3}

No exemplo de código a seguir, a solicitação contém dois registros e a resposta inclui cabeçalhos de 
rótulos e probabilidades.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-3 \ 
  --content-type application/jsonlines \ 
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  --accept application/jsonlines \ 
  --body $'{"data":{"features":[1,2,3,4]}}\n{"data":{"features":[5,6,7,8]}}' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

{"predicted_labels":["cat","dog","fish"],"probabilities":[0.1,0.6,0.3]}
{"predicted_labels":["cat","dog","fish"],"probabilities":[0.2,0.5,0.3]}

Solicitação e resposta do endpoint em formatos mistos

No exemplo de código a seguir, a solicitação está no formato CSV e a resposta está no formato 
JSON Lines.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-in-jsonlines-out \ 
  --content-type text/csv \ 
  --accept application/jsonlines \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

{"probability":0.6}
{"probability":0.3}

No exemplo de código a seguir, a solicitação está no formato JSON Lines e a resposta está no 
formato CSV.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-jsonlines-in-csv-out \ 
  --content-type application/jsonlines \ 
  --accept text/csv \ 
  --body $'{"features":[1,2,3,4]}\n{"features":[5,6,7,8]}' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

0.6
0.3
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No exemplo de código a seguir, a solicitação está no formato CSV e a resposta está no formato 
JSON.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-csv-in-jsonlines-out \ 
  --content-type text/csv \ 
  --accept application/jsonlines \ 
  --body $'1,2,3,4\n5,6,7,8' \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

{"predictions":[{"label":1,"score":0.6},{"label":0,"score":0.3}]}

Dados de imagem.

Um trabalho de processamento do SageMaker Clarify fornece suporte para explicar imagens. Este 
tópico fornece os requisitos de formato de dados para dados de imagem. Para ter mais informações, 
consulte computer vision.

Pré-requisitos do conjunto de dados de imagem

Um conjunto de dados de imagem contém um ou mais arquivos de imagem. Para identificar um 
conjunto de dados de entrada para o trabalho de processamento do SageMaker Clarify, defina um
dataset_uri parâmetro de configuração ProcessingInputnomeado dataset ou de análise como 
um prefixo URI do Amazon S3 dos seus arquivos de imagem.

Os formatos de arquivo de imagem e extensões de arquivo suportados estão listados na tabela a 
seguir.

Formato de imagem Extensão do arquivo

JPEG jpg, jpeg

PNG png

Configure o parâmetro dataset_type da análise para o valor application/x-image. Como o 
tipo não é um formato de arquivo de imagem específico, content_type ele será usado para decidir 
o formato e a extensão do arquivo de imagem.
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O trabalho de processamento do SageMaker Clarify carrega cada arquivo de imagem em uma
NumPymatriz tridimensional para processamento adicional. As três dimensões incluem altura, largura 
e valores RGB de cada pixel.

Solicitação de endpoint para dados de imagem

O trabalho de processamento do SageMaker Clarify converte os dados RGB brutos de uma imagem 
em um formato de imagem compatível, como JPEG. Ele faz isso antes de enviar os dados ao 
endpoint para previsões. Os formatos de imagem suportados são os seguintes.

Formatos de dados Tipo MIME Extensão do arquivo

JPEG image/jpeg jpg, jpeg

PNG image/png png

NPY application/x-npy Todas acima

Especifique o formato de dados da carga útil da solicitação usando o parâmetro de configuração 
de análise content_type. Se o content_type não for fornecido, o formato de dados será 
padronizado como image/jpeg.

Resposta do endpoint para dados de imagem

Ao receber a resposta de uma invocação de endpoint de inferência, o trabalho de processamento do 
SageMaker Clarify desserializa a carga útil da resposta e, em seguida, extrai as previsões dela.

Problema de classificação de imagem

O formato de dados da carga de resposta deve ser especificado pelo parâmetro de configuração 
de análise accept_type. Se accept_type não for fornecido, o formato de dados será padronizado 
como application/json. Os formatos suportados são os mesmos descritos na resposta do 
Endpoint para dados tabulares na seção de dados tabulares.

Veja um Inferência com o algoritmo de classificação de imagens exemplo de um algoritmo de 
classificação de imagem SageMaker incorporado que aceita uma única imagem e, em seguida, 
retorna uma matriz de valores de probabilidade (pontuações), cada um para uma classe.

Conforme mostrado na tabela a seguir, quando o parâmetro content_type é definido como
application/jsonlines, a resposta é um objeto JSON.

Configurar um SageMaker Clarify Processing Job 5621

https://numpy.org/doc/stable/reference/generated/numpy.ndarray.html


Amazon SageMaker Guia do Desenvolvedor

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Imagem única '{"prediction":[0.1,0.6,0.3]}'

No exemplo anterior, configure o parâmetro probability para a expressão JMESPath "prediction" 
para extrair as pontuações.

Conforme mostrado na tabela a seguir, quando o parâmetro content_type é definido como
application/json, a resposta é um objeto JSON.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Imagem única '[0.1,0.6,0.3]'

No exemplo anterior, defina probability como expressão JMESPath “[*]” para extrair todos os 
elementos da matriz. No exemplo anterior, [0.1, 0.6, 0.3] é extraído. Alternativamente, se você 
pular a configuração do parâmetro de configuração probability, todos os elementos da matriz 
também serão extraídos. Isso ocorre porque toda a carga útil é desserializada como as previsões.

Problema de detecção de objetos

A configuração de análise é accept_type padronizada application/json e o único formato 
suportado é o Formato de Inferência de Detecção de Objetos. Para obter mais informações sobre 
formatos de resposta, consulteFormatos de resposta.

A tabela a seguir é um exemplo de resposta de um terminal que gera uma matriz. Cada elemento 
da matriz é uma matriz de valores contendo o índice da classe, a pontuação de confiança e as 
coordenadas da caixa delimitadora do objeto detectado.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Imagem única (um objeto) '[[4.0, 0.86419455409049988, 0.3088374 
733924866, 0.07030484080314636, 0.7110607 
028007507, 0.9345266819000244]]'
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Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Imagem única (dois objetos) '[[4.0, 0.86419455409049988, 0.3088374 
733924866, 0.07030484080314636, 0.7110607 
028007507, 0.9345266819000244],[0.0, 
0.73376623392105103, 0.5714187026023865 
, 0.40427327156066895, 0.827075183391571, 
0.9712159633636475]]'

A tabela a seguir é um exemplo de resposta de um endpoint que gera um objeto JSON com uma 
chave referente à matriz. Defina a configuração da análise probability com a chave “previsão” 
para extrair os valores.

Carga da solicitação de endpoint Carga útil de resposta do endpoint (represen 
tação de string)

Imagem única (um objeto) '{"prediction":[[4.0, 0.86419455409049988, 
0.3088374733924866, 0.07030484080314636, 
0.7110607028007507, 0.9345266819000244]]}'

Imagem única (dois objetos) '{"prediction":[[4.0, 0.86419455409049988, 
0.3088374733924866, 0.0703048408031463 
6, 0.7110607028007507, 0.9345266819000244 
],[0.0, 0.73376623392105103, 0.5714187 
026023865, 0.40427327156066895, 0.8270751 
83391571, 0.9712159633636475]]}'

Verifique previamente a solicitação e a resposta do endpoint para dados de imagem

Recomendamos que você implante seu modelo SageMaker em um endpoint de inferência em 
tempo real e envie solicitações para o endpoint. Examine manualmente as solicitações e respostas. 
Certifique-se de que ambos estejam em conformidade com os requisitos na seção Solicitação do 
Endpoint para dados de imagem e Resposta do Endpoint para dados de imagem.
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A seguir estão dois exemplos de código que mostram como enviar solicitações e examinar as 
respostas para problemas de classificação de imagens e detecção de objetos.

Problema de classificação de imagem

O código de exemplo a seguir instrui um endpoint a ler um arquivo PNG e depois classificá-lo.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-image-classification \ 
  --content-type "image/png" \ 
  --accept "application/json" \ 
  --body fileb://./test.png  \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

[0.1,0.6,0.3]

Problema de detecção de objetos

O código de exemplo a seguir instrui um endpoint a ler um arquivo JPEG e, em seguida, detectar os 
objetos nele contidos.

aws sagemaker-runtime invoke-endpoint \ 
  --endpoint-name test-endpoint-sagemaker-object-detection \ 
  --content-type "image/jpg" \ 
  --accept "application/json" \ 
  --body fileb://./test.jpg  \ 
  /dev/stderr 1>/dev/null

A partir do exemplo de código anterior, segue a saída da resposta.

{"prediction":[[4.0, 0.86419455409049988, 0.3088374733924866, 0.07030484080314636, 
 0.7110607028007507, 0.9345266819000244],[0.0, 0.73376623392105103, 0.5714187026023865, 
 0.40427327156066895, 0.827075183391571, 0.9712159633636475],[4.0, 0.32643985450267792, 
 0.3677481412887573, 0.034883320331573486, 0.6318609714508057, 0.5967587828636169],
[8.0, 0.22552496790885925, 0.6152569651603699, 0.5722782611846924, 0.882301390171051, 
 0.8985623121261597],[3.0, 0.42260299175977707, 0.019305512309074402, 
 0.08386176824569702, 0.39093565940856934, 0.9574796557426453]]}
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Execute trabalhos de processamento do SageMaker Clarify para análise de 
viés e explicabilidade

Para analisar seus dados e modelos em busca de viés e explicabilidade usando o SageMaker 
Clarify, você deve configurar um trabalho de processamento do SageMaker Clarify. Este guia mostra 
como configurar as entradas, saídas, recursos e análise do trabalho usando a API SageMaker 
Python SDK. SageMakerClarifyProcessor

A API atua como um invólucro de alto nível da SageMaker CreateProcessingJob API. Ele oculta 
muitos dos detalhes envolvidos na configuração de um trabalho de processamento do SageMaker 
Clarify. Os detalhes para configurar um trabalho incluem a recuperação do URI da imagem do 
contêiner SageMaker Clarify e a geração do arquivo de configuração de análise. As etapas a seguir 
mostram como configurar, inicializar e iniciar uma tarefa de processamento do SageMaker Clarify.

Configurar um trabalho de processamento do SageMaker Clarify usando a API

1. Defina os objetos de configuração para cada parte da configuração do trabalho. Essas partes 
podem incluir o seguinte:

• O conjunto de dados de entrada e o local de saída: DataConfig.

• O modelo ou ponto final a ser analisado: ModelConfig.

• Parâmetros de análise de viés: BiasConfig.

• Parâmetros de análise do SHapley Additive Explanations (SHAP): ShapConfig.

Os objetos de configuração de uma tarefa de processamento do SageMaker Clarify variam 
para diferentes tipos de formatos de dados e casos de uso. Exemplos de configuração para 
dados tabulares em formato CSV e JSON Lines, processamento de linguagem natural (NLP) e 
problemas computer vision são fornecidos nas seções a seguir.

2. Crie um objeto SageMakerClarifyProcessor e inicialize-o com parâmetros que especificam 
os recursos do trabalho. Esses recursos incluem parâmetros como o número de instâncias de 
computação a serem usadas.

O exemplo de código a seguir mostra como criar um objeto SageMakerClarifyProcessor e 
instruí-lo a usar uma instância de computação ml.c4.xlarge para fazer a análise.

from sagemaker import clarify
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clarify_processor = clarify.SageMakerClarifyProcessor( 
    role=role, 
    instance_count=1, 
    instance_type='ml.c4.xlarge', 
    sagemaker_session=session,
)

3. Chame o método de execução específico do SageMakerClarifyProcessorobjeto com os objetos 
de configuração do seu caso de uso para iniciar o trabalho. Esses métodos de execução 
incluem o seguinte:

• run_pre_training_bias

• run_post_training_bias

• run_bias

• run_explainability

• run_bias_and_explainability

Esse SageMakerClarifyProcessor lida com várias tarefas nos bastidores. Essas tarefas 
incluem recuperar o identificador universal de recursos (URI) da imagem do contêiner do 
SageMaker Clarify, compor um arquivo de configuração de análise com base nos objetos de 
configuração fornecidos, carregar o arquivo em um bucket do Amazon S3 e configurar o trabalho 
de processamento do Clarify. SageMaker

As seções expansíveis a seguir mostram como calcular métricas de desvio pré-treinamento e
pós-treinamento, valores SHAP e gráficos de dependência parcial (PDPs). As seções mostram a 
importância dos recursos desses tipos de dados:

• Conjuntos de dados tabulares em formato CSV ou formato JSON Lines.

• Conjuntos de dados de processamento de linguagem natural (PLN)

• Conjuntos de dados de visão computacional

Um guia para executar trabalhos paralelos de processamento do SageMaker Clarify com treinamento 
distribuído usando o Spark segue as seções expansíveis.

Analisar dados tabulares no formato CSV

Os exemplos a seguir mostram como configurar a análise de desvio e a análise de explicabilidade 
para um conjunto de dados tabular no formato CSV. Nesses exemplos, o conjunto de dados de 
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entrada tem quatro colunas de recursos e uma coluna de rótulo binário, Target. Os conteúdos do 
conjunto de dados são os seguintes: O valor do rótulo 1 indica um resultado positivo.

Target,Age,Gender,Income,Occupation
0,25,0,2850,2
1,36,0,6585,0
1,22,1,1759,1
0,48,0,3446,1
...

Esse objeto DataConfig especifica o conjunto de dados de entrada e onde armazenar a saída. 
O parâmetro s3_data_input_path pode ser um URI de um arquivo de conjunto de dados 
ou um prefixo de URI do Amazon S3. Se você fornecer um prefixo de URI do S3, o trabalho de 
processamento do SageMaker Clarify coletará recursivamente todos os arquivos do Amazon 
S3 localizados sob o prefixo. O valor de s3_output_path deve ser um prefixo de URI S3 para 
manter os resultados da análise. SageMaker usa o s3_output_path durante a compilação 
e não pode assumir o valor de um parâmetro, propriedade, expressão ou do SageMaker 
PipelineExecutionVariable, que são usados durante o tempo de execução. O exemplo de código 
a seguir mostra como especificar uma configuração de dados para a amostra de conjunto de dados 
de entrada anterior.

data_config = clarify.DataConfig( 
    s3_data_input_path=dataset_s3_uri, 
    dataset_type='text/csv', 
    headers=['Target', 'Age', 'Gender', 'Income', 'Occupation'], 
    label='Target', 
    s3_output_path=clarify_job_output_s3_uri,
)

Como calcular todas as métricas de desvio pré-treinamento para um conjunto de dados CSV

O exemplo de código a seguir mostra como configurar um BiasConfig objeto para medir o desvio 
da entrada da amostra anterior em relação a amostras com um valor 0 de Gender.

bias_config = clarify.BiasConfig( 
    label_values_or_threshold=[1], 
    facet_name='Gender', 
    facet_values_or_threshold=[0],
)
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O exemplo de código a seguir mostra como usar uma instrução de execução para iniciar um trabalho 
de processamento do SageMaker Clarify que calcula todas as métricas de viés pré-treinamento para 
um conjunto de dados de entrada.

clarify_processor.run_pre_training_bias( 
     data_config=data_config, 
    data_bias_config=bias_config, 
    methods="all",
)

Como alternativa, você pode escolher quais métricas calcular atribuindo uma lista de métricas 
de desvio pré-treinamento ao parâmetro métodos. Por exemplo, a substituição methods="all"
por methods=["CI", "DPL"] instrui o Processador SageMaker Clarify a calcular somente o
desequilíbrio de classes e a diferença nas proporções dos rótulos.

Como calcular todas as métricas de desvio pós-treinamento para um conjunto de dados CSV

Você pode calcular as métricas de desvio pré-treinamento antes do treinamento. No entanto, para 
calcular as métricas de desvio pós-treinamento, você deve ter um modelo treinado. O exemplo de 
saída a seguir é de um modelo de classificação binária que gera dados no formato CSV. Neste 
exemplo de saída, cada linha contém duas colunas. A primeira coluna contém o rótulo previsto e a 
segunda coluna contém o valor de probabilidade desse rótulo.

0,0.028986845165491
1,0.825382471084594
...

No exemplo de configuração a seguir, o ModelConfig objeto instrui o trabalho a implantar o 
SageMaker modelo em um endpoint temporário. O endpoint usa uma instância de inferência
ml.m4.xlarge. Como os parâmetros content_type e não accept_type estão definidos, eles 
usam automaticamente o valor do parâmetro dataset_type, que é text/csv.

model_config = clarify.ModelConfig( 
    model_name=your_model, 
    instance_type='ml.m4.xlarge', 
    instance_count=1,
)

O exemplo de configuração a seguir usa um objeto ModelPredictedLabelConfig com um índice 
de rótulo de 0. Isso instrui o trabalho de processamento do SageMaker Clarify a localizar o rótulo 
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previsto na primeira coluna da saída do modelo. O trabalho de processamento usa indexação com 
base em zero neste exemplo.

predicted_label_config = clarify.ModelPredictedLabelConfig( 
    label=0,
)

Combinado com o exemplo de configuração anterior, o exemplo de código a seguir inicia um trabalho 
de processamento do SageMaker Clarify para calcular todas as métricas de viés pós-treinamento.

clarify_processor.run_post_training_bias( 
    data_config=data_config, 
    data_bias_config=bias_config, 
    model_config=model_config, 
    model_predicted_label_config=predicted_label_config, 
    methods="all",
)

Da mesma forma, você pode escolher quais métricas calcular atribuindo uma lista de métricas de 
desvio pós-treinamento ao parâmetro methods. Como exemplo, substituir methods=“all” por
methods=["DPPL", "DI"] para calcular somente a diferença nas proporções positivas em rótulos 
previstos e o impacto díspar.

Como calcular todas as métricas de desvio para um conjunto de dados CSV

O exemplo de configuração a seguir mostra como executar todas as métricas de viés pré-
treinamento e pós-treinamento em uma tarefa de processamento do SageMaker Clarify.

clarify_processor.run_bias( 
    data_config=data_config, 
     bias_config=bias_config, 
     model_config=model_config, 
    model_predicted_label_config=predicted_label_config, 
    pre_training_methods="all", 
    post_training_methods="all",
)

Para ver um exemplo de caderno com instruções sobre como executar uma tarefa de processamento 
do SageMaker Clarify no SageMaker Studio Classic para detectar preconceitos, consulte
Imparcialidade e explicabilidade com o Clarify. SageMaker
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Como calcular valores SHAP para um conjunto de dados CSV

SageMaker O Clarify fornece atribuições de recursos usando o algoritmo KernelShap. SHAPa 
análise requer o valor ou pontuação de probabilidade em vez do rótulo previsto, portanto, esse
ModelPredictedLabelConfig objeto tem índice de probabilidade1. Isso instrui o trabalho de 
processamento do SageMaker Clarify a extrair a pontuação de probabilidade da segunda coluna da 
saída do modelo (usando indexação baseada em zero).

probability_config = clarify.ModelPredictedLabelConfig( 
    probability=1,
)

O objeto SHAPConfig fornece parâmetros de análise SHAP. Neste exemplo, o parâmetro 
de baseline do SHAP é omitido e o valor do parâmetro num_clusters é 1. Isso instrui o 
Processador do SageMaker Clarify a calcular uma amostra de linha de base com SHAP base no 
agrupamento do conjunto de dados de entrada. Se você quiser escolher o conjunto de dados de 
linha de base, consulte Linhas de base do SHAP para explicabilidade.

shap_config = clarify.SHAPConfig( 
    num_clusters=1,
)

O exemplo de código a seguir inicia um trabalho de processamento do SageMaker Clarify para 
calcular SHAP valores.

clarify_processor.run_explainability( 
    data_config=data_config, 
    model_config=model_config, 
    model_scores=probability_config, 
    explainability_config=shap_config,
)

Para ver um exemplo de caderno com instruções sobre como executar uma tarefa de processamento 
do SageMaker Clarify no SageMaker Studio Classic para calcular SHAP valores, consulte
Imparcialidade e explicabilidade com o Clarify. SageMaker

Como calcular gráficos de dependência parcial (PDPs) para um conjunto de dados CSV

O PDPs mostra a dependência da resposta alvo prevista em uma ou mais recursos de entrada de 
interesse, mantendo todos os outros recursos constantes. Uma linha ascendente, ou curva no PDP, 
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indica que a relação entre o alvo e os recursos de entrada é positiva, e a inclinação indica a força da 
relação. Uma linha ou curva descendente indica que, se um recurso de entrada diminuir, a variável 
alvo aumentará. Intuitivamente, você pode interpretar a dependência parcial como a resposta da 
variável alvo a cada recurso de entrada de interesse.

O exemplo de configuração a seguir é para usar um PDPConfig objeto para instruir o trabalho de 
processamento do SageMaker Clarify a calcular a importância do Income recurso.

pdp_config = clarify.PDPConfig( 
    features=["Income"], 
    grid_resolution=10,
)

No exemplo anterior, o parâmetro grid_resolution dividia o intervalo dos valores do recurso
Income em buckets 10. O trabalho de processamento do SageMaker Clarify PDPs gerará a Income
divisão em 10 segmentos no eixo x. O eixo y mostrará o impacto marginal de Income na variável 
alvo.

O exemplo de código a seguir inicia uma tarefa de processamento do SageMaker Clarify para 
computação. PDPs

clarify_processor.run_explainability( 
    data_config=data_config, 
    model_config=model_config, 
    model_scores=probability_config, 
    explainability_config=pdp_config,
)

Para ver um exemplo de notebook com instruções sobre como executar uma tarefa de 
processamento do SageMaker Clarify no SageMaker Studio Classic para computaçãoPDPs, consulte
Explicabilidade com o SageMaker Clarify - Gráficos de dependência parcial (PDP).

Como calcular os valores SHAP e PDPs para um conjunto de dados CSV

Você pode calcular os dois SHAP valores PDPs em um único trabalho de processamento do 
SageMaker Clarify. No exemplo de configuração a seguir, o parâmetro top_k_features de um 
novo objeto PDPConfig é definido como 2. Isso instrui o trabalho de processamento do SageMaker 
Clarify a calcular PDPs os 2 recursos que têm os maiores valores globaisSHAP.

shap_pdp_config = clarify.PDPConfig( 
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    top_k_features=2, 
    grid_resolution=10,
)

O exemplo de código a seguir inicia um trabalho de processamento do SageMaker Clarify para 
calcular os SHAP valores e. PDPs

clarify_processor.run_explainability( 
    data_config=data_config, 
    model_config=model_config, 
    model_scores=probability_config, 
    explainability_config=[shap_config, shap_pdp_config],
)

Analisar dados tabulares no formato linhas JSON

Os exemplos a seguir mostram como configurar a análise de viés e a análise de explicabilidade para 
um conjunto de dados tabular no formato denso > Linhas SageMaker JSON. Consulte Formato da 
solicitação JSONLINES para obter mais informações. Nesses exemplos, o conjunto de dados de 
entrada tem os mesmos dados da seção anterior, mas eles estão no formato linnhas JSON. Cada 
linha é um objeto JSON válido. A chave Features se refere a uma matriz de valores de recursos e 
a chave Label se refere ao rótulo de veracidade.

{"Features":[25,0,2850,2],"Label":0}
{"Features":[36,0,6585,0],"Label":1}
{"Features":[22,1,1759,1],"Label":1}
{"Features":[48,0,3446,1],"Label":0}
...

No exemplo de configuração a seguir, o objeto DataConfig especifica o conjunto de dados de 
entrada e onde armazenar a saída.

data_config = clarify.DataConfig( 
    s3_data_input_path=jsonl_dataset_s3_uri, 
    dataset_type='application/jsonlines', 
    headers=['Age', 'Gender', 'Income', 'Occupation', 'Target'], 
    label='Label', 
    features='Features', 
    s3_output_path=clarify_job_output_s3_uri,
)
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No exemplo de configuração anterior, o parâmetro features é definido como a expressão
FeaturesJMESPath para que a tarefa de processamento do SageMaker Clarify possa extrair 
a matriz de recursos de cada registro. O label parâmetro é definido como expressão Label
JMESPath para que o trabalho de processamento do SageMaker Clarify possa extrair o rótulo de 
verdade fundamental de cada registro. O parâmetro s3_data_input_path pode ser um URI de 
um arquivo de conjunto de dados ou um prefixo de URI do Amazon S3. Se você fornecer um prefixo 
de URI do S3, o trabalho de processamento do SageMaker Clarify coletará recursivamente todos 
os arquivos do S3 localizados abaixo do prefixo. O valor de s3_output_path deve ser um prefixo 
de URI S3 para manter os resultados da análise. SageMaker usa o s3_output_path durante a 
compilação e não pode assumir o valor de um parâmetro, propriedade, expressão ou do SageMaker 
PipelineExecutionVariable, que são usados durante o tempo de execução.

Você deve ter um modelo treinado para calcular as métricas de desvio pós-treinamento ou a 
importância do recurso. O exemplo a seguir é de um modelo de classificação binária que gera dados 
de linhas JSON no formato do exemplo. Cada linha da saída do modelo é um objeto JSON válido. A 
chave predicted_label refere-se ao rótulo previsto e a chave probability refere-se ao valor 
da probabilidade.

{"predicted_label":0,"probability":0.028986845165491}
{"predicted_label":1,"probability":0.825382471084594}
...

No exemplo de configuração a seguir, um ModelConfig objeto instrui o trabalho de processamento 
do SageMaker Clarify a implantar o SageMaker modelo em um endpoint temporário. O endpoint usa 
uma instância de inferência ml.m4.xlarge.

model_config = clarify.ModelConfig( 
    model_name=your_model, 
    instance_type='ml.m4.xlarge', 
    instance_count=1, 
    content_template='{"Features":$features}',
)

No exemplo de configuração anterior, os parâmetros content_type e accept_type não estão 
definidos. Portanto, eles usam automaticamente o valor do parâmetro dataset_type do objeto
DataConfig, que é application/jsonlines. O trabalho de processamento do SageMaker 
Clarify usa o content_template parâmetro para compor a entrada do modelo substituindo o
$features espaço reservado por uma matriz de recursos.
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O exemplo de configuração a seguir mostra como definir o parâmetro de rótulo do objeto
ModelPredictedLabelConfig para a expressão JMESPath predicted_label. Isso extrairá o 
rótulo previsto da saída do modelo.

predicted_label_config = clarify.ModelPredictedLabelConfig( 
    label='predicted_label',
)

O exemplo de configuração a seguir mostra como definir o parâmetro probability do objeto
ModelPredictedLabelConfig para a expressão JMESPath probability. Isso extrairá a 
pontuação da saída do modelo.

probability_config = clarify.ModelPredictedLabelConfig( 
    probability='probability',
)

Para calcular as métricas de desvio e a importância dos recursos para conjuntos de dados no 
formato linhas JSON, use as mesmas instruções de execução e objetos de configuração da 
seção anterior para conjuntos de dados CSV. Você pode executar uma tarefa de processamento 
do SageMaker Clarify no SageMaker Studio Classic para detectar tendências e calcular a 
importância do recurso. Para obter instruções e um exemplo de caderno, consulte Imparcialidade e 
explicabilidade com o SageMaker Clarify (formato de linhas JSON).

Analisar dados tabulares para explicabilidade da PNL

SageMaker O Clarify oferece suporte a explicações para modelos de processamento de linguagem 
natural (PNL). Essas explicações ajudam você a entender quais seções do texto são as mais 
importantes para as previsões do seu modelo. Você pode explicar a previsão do modelo para uma 
única instância do conjunto de dados de entrada ou as previsões do modelo a partir do conjunto 
de dados da linha de base. Para entender e visualizar o comportamento de um modelo, você pode 
especificar vários níveis de granularidade. Para fazer isso, defina o tamanho do segmento de texto, 
como seus tokens, frases e parágrafos.

SageMaker Esclareça que a explicabilidade da PNL é compatível com os modelos de classificação 
e regressão. Você também pode usar o SageMaker Clarify para explicar o comportamento do 
seu modelo em conjuntos de dados multimodais que contêm texto, características categóricas ou 
numéricas. A explicabilidade da PNL para conjuntos de dados multimodais pode ajudá-lo a entender 
a importância de cada recurso para a saída do modelo. SageMaker O Clarify suporta 62 idiomas e 
pode lidar com texto que inclui vários idiomas.
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O exemplo a seguir mostra um arquivo de configuração de análise para o cálculo da importância do 
recurso para a PNL. Neste exemplo, o conjunto de dados de entrada é um conjunto de dados tabular 
no formato CSV, com uma coluna de rótulo binária e duas colunas de recursos.

0,2,"Flavor needs work"
1,3,"They taste good"
1,5,"The best"
0,1,"Taste is awful"
...

O exemplo de configuração a seguir mostra como especificar um conjunto de dados de entrada no 
formato CSV e o caminho dos dados de saída usando o objeto DataConfig.

nlp_data_config = clarify.DataConfig( 
    s3_data_input_path=nlp_dataset_s3_uri, 
    dataset_type='text/csv', 
    headers=['Target', 'Rating', 'Comments'], 
    label='Target', 
    s3_output_path=clarify_job_output_s3_uri,
)

No exemplo de configuração anterior, o s3_data_input_path parâmetro pode ser um URI de um 
arquivo de conjunto de dados ou um prefixo de URI do Amazon S3. Se você fornecer um prefixo 
de URI do S3, o trabalho de processamento do SageMaker Clarify coletará recursivamente todos 
os arquivos do S3 localizados abaixo do prefixo. O valor de s3_output_path deve ser um prefixo 
de URI S3 para manter os resultados da análise. SageMaker usa o s3_output_path durante a 
compilação e não pode assumir o valor de um parâmetro, propriedade, expressão ou do SageMaker 
PipelineExecutionVariable, que são usados durante o tempo de execução.

O exemplo de saída a seguir foi criado a partir de um modelo de classificação binária treinado no 
conjunto de dados de entrada anterior. O modelo de classificação aceita dados CSV e gera uma 
única pontuação entre 0 e 1.

0.491656005382537
0.569582343101501
...

O exemplo a seguir mostra como configurar o ModelConfig objeto para implantar um SageMaker 
modelo. Neste exemplo, um endpoint efêmero implanta o modelo. Esse endpoint usa uma instância 
de inferência ml.g4dn.xlarge equipada com uma GPU, para inferência acelerada.
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nlp_model_config = clarify.ModelConfig( 
    model_name=your_nlp_model_name, 
    instance_type='ml.g4dn.xlarge', 
    instance_count=1,
)

O exemplo a seguir mostra como configurar o objeto ModelPredictedLabelConfig para localizar 
a probabilidade (pontuação) na primeira coluna com um índice de 0.

probability_config = clarify.ModelPredictedLabelConfig( 
    probability=0,
)

O exemplo de configuração SHAP a seguir mostra como executar uma análise de explicabilidade por 
token usando um modelo e um conjunto de dados de entrada no idioma inglês.

text_config = clarify.TextConfig( 
    language='english', 
    granularity='token',
)
nlp_shap_config = clarify.SHAPConfig( 
    baseline=[[4, '[MASK]']], 
    num_samples=100, 
    text_config=text_config,
)

No exemplo anterior, o objeto TextConfig ativava a análise de explicabilidade da PNL. O 
parâmetro granularity indica que a análise deve analisar os tokens. Em inglês, cada token é 
uma palavra. Para outras linguagens, consulte a documentação do SpacY para tokenização, que o 
SageMaker Clarify usa para processamento de NLP. O exemplo anterior também mostra como usar 
uma média Rating de 4 para definir uma instância de linha de base SHAP no local. Um token de 
máscara especial [MASK] é usado para substituir um token (palavra) em Comments.

No exemplo anterior, se a instância for 2,"Flavor needs work", defina a linha de base como 
uma média Rating de 4 com a linha de base a seguir.

4, '[MASK]'

No exemplo anterior, o explicador do SageMaker Clarify percorre cada token e o substitui pela 
máscara, da seguinte maneira.
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2,"[MASK] needs work"

4,"Flavor [MASK] work"

4,"Flavor needs [MASK]"

Em seguida, o SageMaker explicador do Clarify enviará cada linha ao seu modelo para fazer 
previsões. Isso é para que o explicador aprenda as previsões com e sem as palavras mascaradas. O 
SageMaker explicador do Clarify então usa essas informações para calcular a contribuição de cada 
token.

O exemplo de código a seguir inicia um trabalho de processamento do SageMaker Clarify para 
calcular SHAP valores.

clarify_processor.run_explainability( 
    data_config=nlp_data_config, 
    model_config=nlp_model_config, 
    model_scores=probability_config, 
    explainability_config=nlp_shap_config,
)

Para ver um exemplo de caderno com instruções sobre como executar uma tarefa de processamento 
do SageMaker Clarify no SageMaker Studio Classic para análise de explicabilidade da PNL, consulte
Explicando a análise de sentimentos de texto usando o Clarify. SageMaker

Analise os dados da imagem para explicabilidade da visão computacional

SageMaker O Clarify gera mapas de calor que fornecem informações sobre como seus modelos de 
visão computacional classificam e detectam objetos em suas imagens.

No exemplo de configuração a seguir, o conjunto de dados de entrada consiste em imagens JPEG.

cv_data_config = clarify.DataConfig( 
    s3_data_input_path=cv_dataset_s3_uri, 
    dataset_type="application/x-image", 
    s3_output_path=clarify_job_output_s3_uri,
)

No exemplo de configuração anterior, o DataConfig objeto contém um s3_data_input_path
conjunto para um prefixo de URI do Amazon S3. A tarefa de processamento do SageMaker 
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Clarify coleta recursivamente todos os arquivos de imagem localizados sob o prefixo. O parâmetro
s3_data_input_path pode ser um URI de um arquivo de conjunto de dados ou um prefixo de 
URI do Amazon S3. Se você fornecer um prefixo de URI do S3, o trabalho de processamento do 
SageMaker Clarify coletará recursivamente todos os arquivos do S3 localizados abaixo do prefixo. 
O valor de s3_output_path deve ser um prefixo de URI S3 para manter os resultados da análise. 
SageMaker usa o s3_output_path durante a compilação e não pode assumir o valor de um 
parâmetro, propriedade, expressão ou do SageMaker PipelineExecutionVariable, que são 
usados durante o tempo de execução.

Como explicar um modelo de classificação de imagens

O trabalho de processamento do SageMaker Clarify explica as imagens usando o algoritmo 
KernelShap, que trata a imagem como uma coleção de superpixels. Dado um conjunto de dados que 
consiste em imagens, o trabalho de processamento gera um conjunto de dados de imagens em que 
cada imagem mostra o mapa de calor dos superpixels relevantes.

O exemplo de configuração a seguir mostra como configurar uma análise de explicabilidade usando 
um modelo de classificação de SageMaker imagens. Consulte Classificação de imagens - MXNet
para obter mais informações.

ic_model_config = clarify.ModelConfig( 
    model_name=your_cv_ic_model, 
    instance_type="ml.p2.xlarge", 
    instance_count=1, 
    content_type="image/jpeg", 
    accept_type="application/json",
)

No exemplo de configuração anterior, um modelo chamado your_cv_ic_model foi treinado para 
classificar os animais nas imagens JPEG de entrada. O ModelConfig objeto no exemplo anterior 
instrui o trabalho de processamento do SageMaker Clarify a implantar o SageMaker modelo em 
um endpoint temporário. Para inferência acelerada, o endpoint usa uma instância de inferência
ml.p2.xlarge equipada com uma GPU.

Depois que uma imagem JPEG é enviada para um endpoint, o endpoint a classifica 
e retorna uma lista de pontuações. Cada pontuação refere-se a uma categoria. O 
objetoModelPredictedLabelConfig fornece o nome de cada categoria da seguinte forma.

ic_prediction_config = clarify.ModelPredictedLabelConfig( 
    label_headers=['bird', 'cat', 'dog'],
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)

Um exemplo de saída para a entrada anterior de ['bird','cat','dog'] poderia ser 0,3, 0,6, 0,1, onde 0,3 
representa a pontuação de confiança para classificar uma imagem como um pássaro.

O exemplo de configuração SHAP a seguir mostra como gerar explicações para um problema de 
classificação de imagens. Ele usa um objeto ImageConfig para ativar a análise.

ic_image_config = clarify.ImageConfig( 
    model_type="IMAGE_CLASSIFICATION", 
    num_segments=20, 
    segment_compactness=5,
)

ic_shap_config = clarify.SHAPConfig( 
    num_samples=100, 
    image_config=ic_image_config,
)

SageMaker O Clarify extrai recursos usando o método Simple Linear Iterative Clustering (SLIC)
da biblioteca scikit-learn para segmentação de imagens. O exemplo de configuração anterior, 
o parâmetro model_type, indica o tipo de problema de classificação da imagem. O parâmetro
num_segments estima quantos segmentos aproximados serão rotulados na imagem de entrada. 
Então, o número de segmentos é passado para o parâmetro slic n_segments.

Cada segmento da imagem é considerado um superpixel e os valores SHAP locais são calculados 
para cada segmento. O parâmetro segment_compactness determina a forma e o tamanho dos 
segmentos da imagem que são gerados pelo método scikit-image slic. Os tamanhos e formas dos 
segmentos da imagem são então passados para o parâmetro slic compactness.

O exemplo de código a seguir inicia um trabalho de processamento do SageMaker Clarify para gerar 
mapas de calor para suas imagens. Valores positivos do mapa de calor mostram que o recurso 
aumentou a pontuação de confiança na detecção do objeto. Valores negativos indicam que o recurso 
diminuiu a pontuação de confiança.

clarify_processor.run_explainability( 
    data_config=cv_data_config, 
    model_config=ic_model_config, 
    model_scores=ic_prediction_config, 
    explainability_config=ic_shap_config,
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Para um exemplo de caderno que usa o SageMaker Clarify para classificar imagens e explicar sua 
classificação, consulte Explicando a classificação de imagens com o SageMaker Clarify.

Como explicar um modelo de detecção de objetos

Um trabalho de processamento do SageMaker Clarify pode detectar e classificar objetos em uma 
imagem e, em seguida, fornecer uma explicação para o objeto detectado. O processo de explicação 
ocorre da seguinte forma.

1. Os objetos de imagem são primeiro categorizados em uma das classes em uma coleção 
especificada. Por exemplo, se um modelo de detecção de objetos pode reconhecer gatos, 
cachorros e peixes, essas três classes estão em uma coleção. Essa coleção é especificada pelo 
parâmetro label_headers da seguinte forma.

clarify.ModelPredictedLabelConfig(

label_headers=object_categories,

)

2. O trabalho de processamento do SageMaker Clarify produz uma pontuação de confiança para 
cada objeto. Uma pontuação de confiança alta indica que ela pertence a uma das classes em 
uma coleção especificada. O trabalho de processamento do SageMaker Clarify também produz as 
coordenadas de uma caixa delimitadora que delimita o objeto. Para obter mais informações sobre 
pontuações de confiança e caixas delimitadoras, consulte Formatos de resposta.

3. SageMaker Clarify então fornece uma explicação para a detecção de um objeto na cena da 
imagem. Ele usa os métodos descritos na seção Como explicar um modelo de classificação de 
imagens.

No exemplo de configuração a seguir, um modelo de detecção de SageMaker objetos
your_cv_od_model é treinado em imagens JPEG para identificar os animais nelas.

od_model_config = clarify.ModelConfig( 
    model_name=your_cv_ic_model, 
    instance_type="ml.p2.xlarge", 
    instance_count=1, 
    content_type="image/jpeg", 
    accept_type="application/json",
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O ModelConfig objeto no exemplo de configuração anterior instrui o trabalho de processamento 
do SageMaker Clarify a implantar o SageMaker modelo em um endpoint temporário. Para a criação 
de imagem acelerada, este endpoint usa uma instância de inferência ml.p2.xlarge equipada com 
uma GPU.

No exemplo de configuração a seguir, o objeto ModelPredictedLabelConfig fornece o nome de 
cada categoria para classificação.

ic_prediction_config = clarify.ModelPredictedLabelConfig( 
    label_headers=['bird', 'cat', 'dog'],
)

O exemplo de configuração SHAP a seguir mostra como gerar explicações para uma detecção de 
objetos.

od_image_config = clarify.ImageConfig( 
    model_type="OBJECT_DETECTION", 
    num_segments=20, 
    segment_compactness=5, 
    max_objects=5, 
    iou_threshold=0.5, 
    context=1.0,
)
od_shap_config = clarify.SHAPConfig( 
    num_samples=100, 
    image_config=image_config,
)

No exemplo de configuração anterior, o objeto ImageConfig ativava a análise. O parâmetro
model_type indica que o tipo de problema é a detecção de objetos. Para uma descrição detalhada 
dos outros parâmetros, consulte Configurar a análise.

O exemplo de código a seguir inicia um trabalho de processamento do SageMaker Clarify para gerar 
mapas de calor para suas imagens. Valores positivos do mapa de calor mostram que o recurso 
aumentou a pontuação de confiança na detecção do objeto. Valores negativos indicam que o recurso 
diminuiu a pontuação de confiança.

clarify_processor.run_explainability( 
    data_config=cv_data_config, 
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    model_config=od_model_config, 
    model_scores=od_prediction_config, 
    explainability_config=od_shap_config,
)

Para ver uma amostra de caderno que usa o SageMaker Clarify para detectar objetos em uma 
imagem e explicar suas previsões, consulte Explicando modelos de detecção de objetos com o 
Amazon SageMaker Clarify.

Como executar trabalhos paralelos de processamento do SageMaker Clarify

Ao trabalhar com grandes conjuntos de dados, você pode usar o Apache Spark para aumentar 
a velocidade dos trabalhos de processamento do SageMaker Clarify. O Spark é um mecanismo 
de análise unificado para processamento de dados em grande escala. Quando você solicita mais 
de uma instância por processador do SageMaker Clarify, o SageMaker Clarify usa os recursos de 
computação distribuída do Spark.

O exemplo de configuração a seguir mostra como usar SageMakerClarifyProcessor para criar 
um processador SageMaker Clarify com instâncias 5 computacionais. Para executar qualquer tarefa 
associada aoSageMakerClarifyProcessor, SageMaker esclareça usando o processamento 
distribuído do Spark.

from sagemaker import clarify

spark_clarify_processor = clarify.SageMakerClarifyProcessor( 
    role=role, 
    instance_count=5, 
    instance_type='ml.c5.xlarge',
)

Se você definir o save_local_shap_values parâmetro de ShapConfig comoTrue, a tarefa de 
processamento do SageMaker Clarify salvará o SHAP valor local como vários arquivos de peças no 
local de saída da tarefa.

Para associar os valores SHAP locais às instâncias do conjunto de dados de entrada, use o 
parâmetro joinsource de DataConfig. Se você adicionar mais instâncias de computação, 
recomendamos que você também aumente o instance_count of ModelConfigpara o endpoint 
temporário. Isso evita que as solicitações simultâneas de inferência dos operadores do Spark 
sobrecarreguem o endpoint. Especificamente, recomendamos que você use uma one-to-one 
proporção de endpoint-to-processing instâncias.
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Obter os resultados da análise

Este tópico mostra como obter resultados de análise gerados pelo SageMaker Clarify. Depois que o 
trabalho de processamento do SageMaker Clarify for concluído, você poderá baixar os arquivos de 
saída para inspecionar ou visualizar os resultados no SageMaker Studio Classic.

O diretório de saída da tarefa de processamento do SageMaker Clarify contém os seguintes 
arquivos:

• analysis.json – Um arquivo que contém métricas de desvio e importância do recurso no 
formato JSON.

• report.ipynb – Um caderno estático que contém código para ajudá-lo a visualizar métricas de 
desvio e a importância dos recursos.

• explanations_shap/out.csv – Um diretório que é criado e contém arquivos gerados 
automaticamente com base em suas configurações de análise específicas. Por exemplo, se 
você ativar o parâmetro save_local_shap_values, os valores de SHAP locais por instância 
serão salvos no diretório explanations_shap. Como outro exemplo, se você analysis 
configuration não contiver um valor para o parâmetro de linha de base do SHAP, o trabalho de 
explicabilidade do SageMaker Clarify calculará uma linha de base agrupando o conjunto de dados 
de entrada. Em seguida, ele salvará a linha de base gerada no diretório.

As seções a seguir fornecem informações detalhadas sobre o esquema e o relatório gerados pela 
análise de desvio, análise de SHAP, análise de explicabilidade por visão computacional e análise 
de gráficos de dependência parcial (PDPs). Se a análise de configuração contiver parâmetros para 
calcular várias análises, os resultados serão agregados em uma análise e um arquivo de relatório.

Tópicos

• Análise de desvio

• Análise de SHAP

• Análise de explicabilidade da visão computacional (CV)

• Análise de gráficos de dependência parcial (PDPs)

Análise de desvio

O Amazon SageMaker Clarify usa a terminologia documentada em Amazon SageMaker esclarece os 
termos de preconceito e imparcialidade para discutir preconceitos e justiça.
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Esquema para o arquivo de análise

O arquivo de análise está no formato JSON e é organizado em duas seções: métricas de desvio 
pré-treinamento e métricas de desvio pós-treinamento. Os parâmetros para métricas de desvio pré-
treinamento e pós-treinamento são os seguintes.

• pre_training_bias_metrics – Parâmetros para métricas de desvio pré-treinamento. Para obter mais 
informações, consulte Configurar a análise e Medir o desvio de pré-treinamento.

• label – O nome do rótulo de veracidade definido pelo parâmetro label da configuração da 
análise.

• label_value_or_threshold – Uma string contendo os valores do rótulo ou o intervalo definido pelo 
parâmetro label_values_or_threshold da configuração de análise. Por exemplo, se o 
valor 1 for fornecido para o problema de classificação binária, a string será 1. Se vários valores
[1,2] forem fornecidos para o problema de várias classes, a string será 1,2. Se um limite 40
for fornecido para o problema de regressão, a string será interna, como (40, 68], em que 68 é 
o valor máximo do rótulo no conjunto de dados de entrada.

• facets – A seção contém vários pares de valores-chave, em que a chave corresponde ao nome 
da faceta definido pelo parâmetro name_or_index da configuração da faceta e o valor é uma 
matriz de objetos de faceta. Cada objeto de faceta tem os seguintes membros:

• value_or_threshold – Uma string contendo os valores da faceta ou o intervalo definido pelo 
parâmetro value_or_threshold da configuração da faceta.

• metrics – A seção contém uma matriz de elementos métricos de desvio, e cada elemento 
métrico de desvio tem os seguintes atributos:

• name – O nome abreviado da métrica de desvio. Por exemplo, CI.

• description – O nome completo da métrica de desvio. Por exemplo, Class Imbalance 
(CI).

• value – O valor da métrica de desvio ou valor JSON nulo se a métrica de desvio não for 
calculada por um motivo específico. Os valores ±∞ são representados como strings ∞ e -∞, 
respectivamente.

• error – Uma mensagem de erro opcional que explica por que a métrica de desvio não foi 
calculada.

• post_training_bias_metrics – A seção contém as métricas de desvio pós-treinamento e segue um 
layout e uma estrutura semelhantes aos da seção de pré-treinamento. Para ter mais informações, 
consulte Meça os dados pós-treinamento e o desvio de modelo.
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Veja a seguir um exemplo de uma configuração de análise que calculará as métricas de desvio pré-
treinamento e pós-treinamento.

{ 
    "version": "1.0", 
    "pre_training_bias_metrics": { 
        "label": "Target", 
        "label_value_or_threshold": "1", 
        "facets": { 
            "Gender": [{ 
                "value_or_threshold": "0", 
                "metrics": [ 
                    { 
                        "name": "CDDL", 
                        "description": "Conditional Demographic Disparity in Labels 
 (CDDL)", 
                        "value": -0.06 
                    }, 
                    { 
                        "name": "CI", 
                        "description": "Class Imbalance (CI)", 
                        "value": 0.6 
                    }, 
                    ... 
                ] 
            }] 
        } 
    }, 
    "post_training_bias_metrics": { 
        "label": "Target", 
        "label_value_or_threshold": "1", 
        "facets": { 
            "Gender": [{ 
                "value_or_threshold": "0", 
                "metrics": [ 
                    { 
                        "name": "AD", 
                        "description": "Accuracy Difference (AD)", 
                        "value": -0.13 
                    }, 
                    { 
                        "name": "CDDPL", 
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                        "description": "Conditional Demographic Disparity in Predicted 
 Labels (CDDPL)", 
                        "value": 0.04 
                    }, 
                    ... 
                ] 
            }] 
        } 
    }
}

Relatório de análise de desvio

O relatório de análise de desvio inclui várias tabelas e diagramas que contêm explicações e 
descrições detalhadas. Isso inclui, entre outros, a distribuição dos valores do rótulo, a distribuição 
dos valores das facetas, o diagrama de performance do modelo de alto nível, uma tabela de métricas 
de desvio e suas descrições. Para obter mais informações sobre métricas de viés e como interpretá-
las, consulte Saiba como o Amazon SageMaker Clarify ajuda a detectar preconceitos.

Análise de SHAP

SageMaker Os trabalhos de processamento do Clarify usam o algoritmo Kernel SHAP para calcular 
as atribuições de recursos. O trabalho de processamento do SageMaker Clarify produz valores 
SHAP locais e globais. Isso ajuda a determinar a contribuição de cada recurso para as previsões 
do modelo. Os valores de SHAP locais representam a importância do recurso para cada instância 
individual, enquanto os valores de SHAP globais agregam os valores de SHAP locais em todas 
as instâncias no conjunto de dados. Para obter mais informações sobre valores de SHAP e como 
interpretá-los, consulte Atributos de recursos que usam valores de Shapley.

Esquema para o arquivo de análise de SHAP

Os resultados da análise do SHAP globais são armazenados na seção de explicações do arquivo de 
análise, sob o método kernel_shap. Os diferentes parâmetros do arquivo de análise de SHAP são 
os seguintes:

• explanations – A seção do arquivo de análise que contém os resultados da análise de importância 
do recurso.

• kernal_shap – A seção do arquivo de análise que contém o resultado da análise do SHAP 
globais.
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• global_shap_values – Uma seção do arquivo de análise que contém vários pares de valores-
chave. Cada chave no par de valores-chave representa um nome de recurso do conjunto de 
dados de entrada. Cada valor no par de valores-chave corresponde ao valor de SHAP global 
do recurso. O valor de SHAP global é obtido agregando os valores de SHAP por instância 
do recurso usando a configuração agg_method. Se a configuração use_logit estiver 
ativada, o valor será calculado usando os coeficientes de regressão logística, que podem ser 
interpretados como razões logarítmicas.

• expected_value – A previsão média do conjunto de dados da linha de base. Se a configuração
use_logit estiver ativada, o valor será calculado usando os coeficientes de regressão 
logística.

• global_top_shap_text – (Para análise de explicabilidade da PNL). Uma seção do arquivo 
de análise que inclui um conjunto de pares de valores-chave. SageMaker Os trabalhos 
de processamento do Clarify agregam os valores de SHAP de cada token e, em seguida, 
selecionam os principais tokens com base em seus valores globais de SHAP. A configuração
max_top_tokens define o número de tokens a serem selecionados.

Cada um dos principais tokens selecionados tem um par de valores-chave. A chave no par de 
valores-chave corresponde ao nome do recurso de texto do token principal. Cada valor no par 
de valores-chave são os valores de SHAP globais do token principal. Para obter um exemplo 
de um par de valores-chave global_top_shap_text, consulte a saída a seguir.

A seguir está um exemplo de saída da análise de SHAP de um conjunto de dados tabular.

{ 
    "version": "1.0", 
    "explanations": { 
        "kernel_shap": { 
            "Target": { 
                 "global_shap_values": { 
                    "Age": 0.022486410860333206, 
                    "Gender": 0.007381025261958729, 
                    "Income": 0.006843906804137847, 
                    "Occupation": 0.006843906804137847, 
                    ... 
                }, 
                "expected_value": 0.508233428001 
            } 
        } 
    }
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}

A seguir está um exemplo de saída da análise de SHAP de um conjunto de dados de texto. A saída 
correspondente à coluna Comments é um exemplo de saída gerada após a análise de um recurso de 
texto.

{ 
    "version": "1.0", 
    "explanations": { 
        "kernel_shap": { 
            "Target": { 
               "global_shap_values": { 
                    "Rating": 0.022486410860333206, 
                    "Comments": 0.058612104851485144, 
                    ... 
                }, 
                "expected_value": 0.46700941970297033, 
                "global_top_shap_text": { 
                    "charming": 0.04127962903247833, 
                    "brilliant": 0.02450240786522321, 
                    "enjoyable": 0.024093569652715457, 
                    ... 
                } 
            } 
        } 
    }
}

Esquema para o arquivo de linha de base gerado

Quando uma configuração de linha de base do SHAP não é fornecida, o trabalho de processamento 
do SageMaker Clarify gera um conjunto de dados de linha de base. SageMaker O Clarify usa um 
algoritmo de agrupamento baseado em distância para gerar um conjunto de dados de linha de base 
a partir de clusters criados a partir do conjunto de dados de entrada. O conjunto de dados da linha de 
base resultante é salvo em um arquivo CSV, localizado em explanations_shap/baseline.csv. 
Esse arquivo de saída contém uma linha de cabeçalho e várias instâncias com base no parâmetro
num_clusters especificado na configuração da análise. O conjunto de dados de linha de base 
consiste apenas em colunas de recursos. Veja a seguir um exemplo de uma linha de base criada 
pelo agrupamento do conjunto de dados de entrada.

Age,Gender,Income,Occupation
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35,0,2883,1
40,1,6178,2
42,0,4621,0

Esquema para valores de SHAP locais da análise de explicabilidade do conjunto de dados tabular

Para conjuntos de dados tabulares, se uma única instância de computação for usada, a tarefa de 
processamento do SageMaker Clarify salva os valores SHAP locais em um arquivo CSV chamado.
explanations_shap/out.csv Se você usar várias instâncias de computação, os valores de 
SHAP locais serão salvos em vários arquivos CSV no diretório explanations_shap.

Um arquivo de saída contendo valores de SHAP locais tem uma linha contendo os valores de 
SHAP locais de cada coluna definida pelos cabeçalhos. Os cabeçalhos seguem a convenção de 
nomenclatura do Feature_Label, em que o nome do recurso é anexado por um sublinhado, 
seguido pelo nome da variável de destino.

Para problemas de várias classes, os nomes dos recursos no cabeçalho variam primeiro, depois 
os rótulos. Por exemplo, dois recursos F1, F2 e duas classes L1 e L2 nos cabeçalhos são
F1_L1, F2_L1, F1_L2 e F2_L2. Se a configuração de análise contiver um valor para o parâmetro
joinsource_name_or_index, a coluna-chave usada na junção será anexada ao final do nome do 
cabeçalho. Isso permite o mapeamento dos valores de SHAP locais para instâncias do conjunto de 
dados de entrada. Veja a seguir um exemplo de arquivo de saída contendo valores de SHAP.

Age_Target,Gender_Target,Income_Target,Occupation_Target
0.003937908,0.001388849,0.00242389,0.00274234
-0.0052784,0.017144491,0.004480645,-0.017144491
...

Esquema para valores de SHAP locais da análise de explicabilidade do PLN

Para análise de explicabilidade da PNL, se uma única instância de computação for usada, a 
tarefa de processamento do SageMaker Clarify salva os valores SHAP locais em um arquivo 
JSON Lines chamado. explanations_shap/out.jsonl Se você usar várias instâncias de 
computação, os valores SHAP locais serão salvos em vários arquivos de linhas JSON no diretório
explanations_shap.

Cada arquivo contendo valores de SHAP locais tem várias linhas de dados, e cada linha é um objeto 
JSON válido. O objeto JSON tem os seguintes atributos:
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• explanations – A seção do arquivo de análise que contém uma matriz de explicações do SHAP do 
Kernel para uma única instância. Cada elemento da matriz tem os seguintes membros:

• feature_name – O nome do cabeçalho dos recursos fornecidos pela configuração dos 
cabeçalhos.

• data_type — O tipo de recurso inferido pela tarefa de processamento do SageMaker Clarify. Os 
valores válidos para recursos de texto incluem numerical, categorical e free_text (para 
recursos de texto).

• attributions – Uma matriz específica de um recurso de objetos de atribuição. Um recurso de texto 
pode ter vários objetos de atribuição, cada um para uma unidade definida pela configuração
granularity. O objeto de atribuição tem os seguintes membros:

• attribution – Uma matriz específica de classes de valores de probabilidade.

• description – (Para recursos de texto) A descrição das unidades de texto.

• partial_text — A parte do texto explicada pela tarefa de processamento do SageMaker 
Clarify.

• start_idx – Um índice baseado em zero para identificar a localização da matriz que indica o 
início do fragmento parcial do texto.

Veja a seguir um exemplo de uma única linha de um arquivo de valores de SHAP local, embelezada 
para melhorar sua legibilidade.

{ 
    "explanations": [ 
        { 
            "feature_name": "Rating", 
            "data_type": "categorical", 
            "attributions": [ 
                { 
                    "attribution": [0.00342270632248735] 
                } 
            ] 
        }, 
        { 
            "feature_name": "Comments", 
            "data_type": "free_text", 
            "attributions": [ 
                { 
                    "attribution": [0.005260534499999983], 
                    "description": { 
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                        "partial_text": "It's", 
                        "start_idx": 0 
                    } 
                }, 
                { 
                    "attribution": [0.00424190349999996], 
                    "description": { 
                        "partial_text": "a", 
                        "start_idx": 5 
                    } 
                }, 
                { 
                    "attribution": [0.010247314500000014], 
                    "description": { 
                        "partial_text": "good", 
                        "start_idx": 6 
                    } 
                }, 
                { 
                    "attribution": [0.006148907500000005], 
                    "description": { 
                        "partial_text": "product", 
                        "start_idx": 10 
                    } 
                } 
            ] 
        } 
    ]
}

Relatório de análise de SHAP

O relatório de análise do SHAP fornece um gráfico de barras com o máximo dos 10 principais 
valores globais do SHAP. O exemplo de gráfico a seguir mostra os valores de SHAP para os 4
principais recursos.
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Análise de explicabilidade da visão computacional (CV)

SageMaker A explicabilidade da visão computacional do Clarify usa um conjunto de dados que 
consiste em imagens e trata cada imagem como uma coleção de superpixels. Após a análise, o 
trabalho de processamento do SageMaker Clarify gera um conjunto de dados de imagens em que 
cada imagem mostra o mapa de calor dos superpixels.

O exemplo a seguir mostra um sinal de limite de velocidade de entrada à esquerda e um mapa de 
calor mostra a magnitude dos valores de SHAP à direita. Esses valores de SHAP foram calculados 
por um modelo Resnet-18 de reconhecimento de imagem treinado para reconhecer sinais de 
trânsito alemães. O conjunto de dados de Referência alemã de reconhecimento de sinais de trânsito 
(GTSRB) é fornecido no artigo avaliação comparativa de algoritmos demachine learning para 
reconhecimento de sinais de trânsito. Na saída do exemplo, valores positivos grandes indicam que o 
superpixel tem uma forte correlação positiva com a previsão do modelo. Valores negativos grandes 
indicam que o superpixel tem uma forte correlação negativa com a previsão do modelo. Quanto 
maior o valor absoluto do valor de SHAP mostrado no mapa de calor, mais forte é a relação entre o 
superpixel e a previsão do modelo.
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Para obter mais informações, consulte os exemplos de cadernos que explicam a classificação de 
imagens com o SageMaker Clarify e Explicando os modelos de detecção de objetos com o Amazon 
SageMaker Clarify.

Análise de gráficos de dependência parcial (PDPs)

Os gráficos de dependência parcial mostram a dependência da resposta alvo prevista em um 
conjunto de recursos de entrada de interesse. Eles são marginalizados em relação aos valores de 
todos os outros recursos de entrada e são chamados de recursos do complemento. Intuitivamente, 
você pode interpretar a dependência parcial como a resposta alvo, que é esperada como uma 
função para cada recurso de entrada de interesse.

Esquema para o arquivo de análise

Os valores do PDP são armazenados na seção explanations do arquivo de análise sob o método
pdp. Os parâmetros para explanations são o seguinte:

• explanations – A seção dos arquivos de análise que contêm os resultados da análise de 
importância do recurso.

• pdp – A seção do arquivo de análise que contém uma matriz de explicações do PDP para uma 
única instância. Cada elemento da matriz tem os seguintes membros:

• feature_name – O nome do cabeçalho dos recursos fornecidos pela configuração headers.

• data_type — O tipo de recurso inferido pela tarefa de processamento do SageMaker Clarify. 
Os valores válidos para data_type incluem valores numéricos e categóricos.

• feature_values – Contém os valores presentes no recurso. Se o data_type inferido pelo 
SageMaker Clarify for categórico, feature_values conterá todos os valores exclusivos 
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que o recurso poderia ter. Se o data_type inferido pelo SageMaker Clarify for numérico,
feature_values conterá uma lista do valor central dos compartimentos gerados. O 
parâmetro grid_resolution determina o número de buckets usados para agrupar os 
valores da coluna de recursos.

• data_distribution – Uma matriz de porcentagens, em que cada valor é a porcentagem de 
instâncias que um bucket contém. O parâmetro grid_resolution determina o número de 
buckets. Os valores da coluna de recursos são agrupados nesses buckets.

• model_predictions – Uma matriz de previsões do modelo, em que cada elemento da matriz é 
uma matriz de previsões que corresponde a uma classe na saída do modelo.

label_headers – Os cabeçalhos dos rótulos fornecidos pela configuração label_headers.

• error – Uma mensagem de erro gerada se os valores do PDP não forem calculados por 
um motivo específico. Essa mensagem de erro substitui o conteúdo contido nos campos
feature_values, data_distributions emodel_predictions.

Veja a seguir um exemplo de saída de um arquivo de análise contendo um resultado de análise do 
PDP.

{ 
    "version": "1.0", 
    "explanations": { 
        "pdp": [ 
            { 
                "feature_name": "Income", 
                "data_type": "numerical", 
                "feature_values": [1046.9, 2454.7, 3862.5, 5270.2, 6678.0, 8085.9, 
 9493.6, 10901.5, 12309.3, 13717.1], 
                "data_distribution": [0.32, 0.27, 0.17, 0.1, 0.045, 0.05, 0.01, 0.015, 
 0.01, 0.01], 
                "model_predictions": [[0.69, 0.82, 0.82, 0.77, 0.77, 0.46, 0.46, 0.45, 
 0.41, 0.41]], 
                "label_headers": ["Target"] 
            }, 
            ... 
        ] 
    }
}
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Relatório de análise do PDP

Você pode gerar um relatório de análise contendo um gráfico do PDP para cada recurso. O gráfico 
do PDP traça feature_values ao longo do eixo x e traça model_predictions ao longo do eixo 
y. Para modelos de várias classes, model_predictions é uma matriz, e cada elemento dessa 
matriz corresponde a uma das classes de previsão do modelo.

A seguir está um exemplo de gráfico do PDP para o recurso Age. No exemplo de saída, o PDP 
mostra o número de valores de recursos que são agrupados nos buckets. O número de buckets 
é determinado por grid_resolution. Os buckets de valores de recursos são representados 
de acordo com as previsões do modelo. Neste exemplo, os valores mais altos do recurso têm os 
mesmos valores de previsão do modelo.

Solucionar problemas de tarefas de processamento do SageMaker Clarify

Se você encontrar falhas nas tarefas de processamento do SageMaker Clarify, consulte os cenários 
a seguir para ajudar a identificar o problema.
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Note

O motivo da falha e a mensagem de saída devem conter mensagens descritivas e exceções, 
se encontradas, durante a execução. Um motivo comum para erros é a ausência ou a 
invalidade dos parâmetros. Se você encontrar mensagens pouco claras, confusas ou 
enganosas ou não conseguir encontrar uma solução, envie um comentário.

Tópicos

• Falha na conclusão do trabalho de processamento

• O trabalho de processamento está demorando muito para ser executado

• O trabalho de processamento termina sem resultados e você recebe uma CloudWatch mensagem 
de aviso

• Mensagem de erro para configuração de análise inválida

• O cálculo da métrica de desvio falha em várias ou em todas as métricas

• Incompatibilidade entre a configuração da análise e a entrada/saída do conjunto de dados/modelo

• O modelo retornar 500 erros internos do servidor ou o contêiner volta às previsões por registro 
devido a um erro do modelo

• O perfil de execução é inválido

• Falha ao baixar dados

• Não foi possível conectar-se a SageMaker

Falha na conclusão do trabalho de processamento

Se o trabalho de processamento não for concluído, você pode tentar o seguinte:

• Inspecione os logs de trabalho diretamente no caderno em que você executou o trabalho. Os logs 
de trabalho estão localizados na saída da célula do caderno em que você iniciou a execução.

• Inspecione os registros do trabalho. CloudWatch

• Adicione a seguinte linha em seu caderno para descrever o último trabalho de processamento e 
procurar o motivo da falha e a mensagem de saída:

• clarify_processor.jobs[-1].describe()

• Execute o comando AWS CLI a seguir para descrever o trabalho de processamento e procurar o 
motivo da falha e a mensagem de saída:
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• aws sagemaker describe-processing-job —processing-job-name <processing-
job-id>

O trabalho de processamento está demorando muito para ser executado

Se seu trabalho de processamento estiver demorando muito para ser executado, use as seguintes 
formas para encontrar a causa raiz.

Verifique se a configuração do recurso é suficiente para lidar com sua carga de computação. Para 
acelerar seu trabalho, experimente o seguinte:

• Use um tipo de instância maior. SageMaker Esclareça as consultas repetidas do modelo, e uma 
instância maior pode reduzir significativamente seu tempo de computação. Para obter uma lista 
de instâncias disponíveis, seus tamanhos de memória, largura de banda e outros detalhes de 
desempenho, consulte Amazon SageMaker Pricing.

• Adicione mais instâncias. SageMaker O Clarify pode usar várias instâncias para explicar vários 
pontos de dados de entrada em paralelo. Para habilitar a computação paralela, defina seu
instance_count para mais do que 1 quando você chamar o SageMakerClarifyProcessor. 
Para ter mais informações, consulte Como executar trabalhos paralelos de processamento do 
SageMaker Clarify. Se você aumentar sua contagem de instâncias, monitore a performance do 
seu endpoint para verificar se ele pode implantar o aumento da carga. Para ter mais informações, 
consulte Capturar dados do endpoint em tempo real.

• Se você estiver computando valores SHapley Additive exPlanations (SHAP), reduza o parâmetro
num_samples em seu arquivo de configuração de análise. O número de amostras afeta 
diretamente o seguinte:

• O tamanho dos conjuntos de dados sintéticos que são enviados ao seu endpoint

• Tempo de execução do trabalho

Reduzir o número de amostras também pode levar à redução da precisão na estimativa dos 
valores de SHAP. Para ter mais informações, consulte Configurar a análise.

O trabalho de processamento termina sem resultados e você recebe uma CloudWatch 
mensagem de aviso

Se o trabalho de processamento for concluído, mas nenhum resultado for encontrado, 
os CloudWatch registros produzirão uma mensagem de aviso que diz Sinal 15 recebido, 
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limpando. Esse aviso indica que o trabalho foi interrompido devido a uma solicitação do cliente 
chamada StopProcessingJob API ou porque o trabalho esgotou o tempo previsto para sua 
conclusão. No último caso, verifique o tempo de execução máximo na configuração do trabalho 
(max_runtime_in_seconds) e aumente-o conforme necessário.

Mensagem de erro para configuração de análise inválida

• Se você receber a mensagem de erro Não é possível carregar a configuração de análise 
como JSON, significa que o arquivo de entrada de configuração de análise para o trabalho de 
processamento não contém um objeto JSON válido. Verifique a validade do objeto JSON usando 
um linter JSON.

• Se você receber a mensagem de erro Erro de validação do esquema de configuração da análise, 
significa que o arquivo de entrada de configuração de análise para o trabalho de processamento 
contém campos desconhecidos ou tipos inválidos para alguns valores de campo. Revise os 
parâmetros de configuração no arquivo e faça uma verificação cruzada com os parâmetros listados 
no arquivo de configuração da análise. Para ter mais informações, consulte Configurar a análise.

O cálculo da métrica de desvio falha em várias ou em todas as métricas

Se você receber uma das seguintes mensagens de erro Nenhum valor de rótulo está presente na 
coluna de rótulo previsto, a série de índices previstos positivos contém todos os valores falsos. ou 
O tipo de dados da série da coluna de rótulo previsto não é o mesmo da série da coluna de rótulo., 
tente o seguinte:

• Verifique se o conjunto de dados correto está sendo usado.

• Verifique se o tamanho do conjunto de dados é muito pequeno; se, por exemplo, ele contém 
apenas algumas linhas. Isso pode fazer com que as saídas do modelo tenham o mesmo valor ou 
que o tipo de dados seja inferido incorretamente.

• Verifique se o rótulo ou a faceta são tratados como contínuos ou categóricos. SageMaker O Clarify 
usa heurísticas para determinar o. DataType Para métricas de viés pós-treinamento, o tipo de 
dados retornado pelo modelo pode não corresponder ao que está no conjunto de dados ou o 
SageMaker Clarify pode não conseguir transformá-lo corretamente.

• No relatório de desvios, você deve ver um valor único para colunas categóricas ou um intervalo 
para colunas contínuas.

• Por exemplo, se uma coluna tiver valores 0,0 e 1,0 como flutuantes, ela será tratada como 
contínua mesmo que haja poucos valores exclusivos.
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Incompatibilidade entre a configuração da análise e a entrada/saída do conjunto de 
dados/modelo

• Verifique se o formato da linha de base na configuração da análise é o mesmo do conjunto de 
dados.

• Se você receber a mensagem de erro Não foi possível converter a string em flutuante., verifique 
se o formato está especificado corretamente. Também pode indicar que as previsões do modelo 
têm um formato diferente da coluna do rótulo ou pode indicar que a configuração do rótulo ou das 
probabilidades está incorreta.

• Se você receber a mensagem de erro Não foi possível localizar a faceta., Os cabeçalhos devem 
conter um rótulo., Os cabeçalhos na configuração não correspondem ao número de colunas 
no conjunto de dados. ou Nomes de recursos não encontrados., verifique se os cabeçalhos 
correspondem às colunas.

• Se você receber a mensagem de erro, Os dados devem conter recursos., verifique o modelo de 
conteúdo para linhas JSON e compare-o com a amostra do conjunto de dados, se disponível.

O modelo retornar 500 erros internos do servidor ou o contêiner volta às previsões por 
registro devido a um erro do modelo

Se você receber a mensagem de erro, Fallback para a previsão por registro devido a um erro do 
modelo., pode indicar que o modelo não consegue lidar com o tamanho do lote, ser limitado ou 
simplesmente não aceita a entrada passada pelo contêiner devido a problemas de serialização. Você 
deve revisar os CloudWatch registros do SageMaker endpoint e procurar mensagens de erro ou 
rastreamentos. Para casos de limitação de modelos, pode ser útil usar um tipo de instância diferente 
ou aumentar o número de instâncias para o endpoint.

O perfil de execução é inválido

Isso indica que o perfil fornecido está incorreto ou não tem as permissões necessárias. Verifique o 
perfil e suas permissões que foram usadas para configurar o trabalho de processamento e verifique a 
permissão e a política de confiança do perfil.

Falha ao baixar dados

Isso indica que as entradas do trabalho não puderam ser baixadas para que o trabalho fosse 
iniciado. Verifique o nome do bucket e as permissões do conjunto de dados e das entradas de 
configuração.
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Não foi possível conectar-se a SageMaker

Isso indica que o trabalho não conseguiu alcançar os pontos finais do SageMaker serviço. Verifique 
as configurações de rede para o trabalho de processamento e verifique a configuração da nuvem 
privada virtual (VPC).

Cadernos de exemplo

As seções a seguir contêm cadernos para ajudá-lo a começar a usar o SageMaker Clarify, para 
usá-lo para tarefas especiais, incluindo aquelas dentro de um trabalho distribuído, e para visão 
computacional.

Conceitos básicos

Os exemplos de cadernos a seguir mostram como usar o SageMaker Clarify para começar 
com tarefas de explicabilidade e viés de modelo. Essas tarefas incluem criar um trabalho de 
processamento, treinar um modelo de aprendizado de máquina (ML) e monitorar as previsões do 
modelo:

• Explicabilidade e detecção de viés com o Amazon SageMaker Clarify — Use o SageMaker Clarify 
para criar um trabalho de processamento para detectar viés e explicar as previsões do modelo.

• Monitorando o desvio de viés e o desvio de atribuição de recursos Amazon Clarify SageMaker — 
Use o Amazon SageMaker Model Monitor para monitorar o desvio de viés e o desvio de atribuição 
de recursos ao longo do tempo.

• Como ler um conjunto de dados no formato JSON Lines em um trabalho de processamento do 
SageMaker Clarify.

• Mitigue o viés, treine outro modelo imparcial e coloque-o no registro do modelo — Use a Synthetic 
Minority Oversampling Technique (SMOTE) e o SageMaker Clarify para mitigar o viés, treine 
outro modelo e, em seguida, coloque o novo modelo no registro do modelo. Este exemplo de 
caderno também mostra como colocar os novos artefatos do modelo, incluindo dados, código e 
metadados do modelo, no registro do modelo. Este notebook faz parte de uma série que mostra 
como integrar o SageMaker Clarify em um SageMaker pipeline descrito no Architect e criar o ciclo 
de vida completo do aprendizado de máquina com uma AWS postagem no blog.

Casos especiais

Os cadernos a seguir mostram como usar o SageMaker Clarify para casos especiais, inclusive 
dentro de seu próprio contêiner e para tarefas de processamento de linguagem natural:
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• Imparcialidade e explicabilidade com o SageMaker Clarify (traga seu próprio contêiner) — Crie seu 
próprio modelo e contêiner que possam ser integrados ao SageMaker Clarify para medir o viés e 
gerar um relatório de análise de explicabilidade. Este exemplo de caderno também apresenta os 
principais termos e mostra como acessar o relatório por meio do SageMaker Studio Classic.

• Imparcialidade e explicabilidade com o processamento distribuído do SageMaker Clarify Spark 
— Use o processamento distribuído para executar uma tarefa do SageMaker Clarify que mede 
o viés pré-treinamento de um conjunto de dados e o viés pós-treinamento de um modelo. Este 
exemplo de caderno também mostra como obter uma explicação sobre a importância dos recursos 
de entrada na saída do modelo e acessar o relatório de análise de explicabilidade por meio do 
SageMaker Studio Classic.

• Explicabilidade com SageMaker Clarify - Gráficos de dependência parcial (PDP) — Use o 
SageMaker Clarify para gerar PDPs e acessar um modelo de relatório de explicabilidade.

• Explicando a análise de sentimentos de texto usando a explicabilidade do processamento de 
linguagem natural (PNL) do SageMaker Clarify — Use o SageMaker Clarify para análise de 
sentimentos de texto.

• Use a explicabilidade por visão computacional (CV) para classificação de imagens e detecção de
objetos.

Verificou-se que esses notebooks são executados no Amazon SageMaker Studio Classic. Se você 
precisar de instruções sobre como abrir um notebook no Studio Classic, consulteCrie ou abra um 
notebook Amazon SageMaker Studio Classic. Caso seja solicitado que você escolha um kernel, 
escolha Python 3 (Data Science).

Detectar o desvio de dados pré-treinamento

Desvio algorítmico, discriminação, equidade e tópicos relacionados foram estudados em várias 
disciplinas, como direito, política e ciência da computação. Um sistema de computador pode ser 
considerado tendencioso se discriminar certos indivíduos ou grupos de indivíduos. Os modelos de 
machine learning que alimentam esses aplicativos aprendem com os dados e esses dados podem 
refletir disparidades ou outros vieses inerentes. Por exemplo, os dados de treinamento podem não 
ter representação suficiente de vários grupos demográficos ou conter rótulos tendenciosos. Os 
modelos de machine learning treinados em conjuntos de dados que exibem esses vieses podem 
acabar aprendendo-os e, em seguida, reproduzir ou até mesmo exacerbar esses vieses em suas 
previsões. O campo do machine learning oferece uma oportunidade de lidar com vieses detectando-
os e medindo-os em cada estágio do ciclo de vida do ML. Você pode usar o Amazon SageMaker 
Clarify para determinar se os dados usados para modelos de treinamento codificam algum viés
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O viés pode ser medido antes e após o treinamento e monitorado em relação às linhas de base após 
a implantação de modelos em endpoints para inferência. As métricas de desvio pré-treinamento 
são projetadas para detectar e medir o desvio nos dados brutos antes de serem usados para treinar 
um modelo. As métricas usadas são independentes do modelo porque não dependem de nenhuma 
saída do modelo. No entanto, existem diferentes conceitos de equidade que exigem medidas 
distintas de desvios. O Amazon SageMaker Clarify fornece métricas de preconceito para quantificar 
vários critérios de imparcialidade.

Para obter informações adicionais sobre métricas de viés, consulte Saiba como o Amazon 
SageMaker Clarify ajuda a detectar medidas tendenciosas e imparciais para o Machine Learning in 
Finance.

Amazon SageMaker esclarece os termos de preconceito e imparcialidade

SageMaker O Clarify usa a seguinte terminologia para discutir preconceitos e imparcialidade.

Atributo

Uma propriedade individual mensurável ou característica de um fenômeno que está sendo 
observado, contida em uma coluna para dados tabulares.

Rótulo

Recurso que é o alvo para treinar um modelo de machine learning. Referido como rótulo 
observado ou resultado observado.

Rótulo previsto

O rótulo conforme previsto pelo modelo. Também conhecido como resultado previsto.

Amostra

Uma entidade observada descrita por valores de recurso e valores de rótulo, contida em uma 
linha para dados tabulares.

Conjunto de dados

Uma coleção de amostras.

Viés

Um desequilíbrio nos dados de treinamento ou no comportamento de previsão do modelo 
em diferentes grupos, como idade ou faixa de renda. Os vieses podem resultar dos dados ou 
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do algoritmo usado para treinar seu modelo. Por exemplo, se um modelo de ML for treinado 
principalmente com dados de indivíduos de meia idade, ele pode ser menos preciso ao fazer 
previsões envolvendo pessoas mais jovens e mais velhas.

Métrica de desvio

Uma função que retorna valores numéricos indicando o nível de um desvio potencial.

Relatório de desvio

Uma coleção de métricas de desvio para um determinado conjunto de dados ou uma combinação 
de um conjunto de dados e um modelo.

Valores positivos do rótulo

Valores do rótulo que são favoráveis a um grupo demográfico observado em uma amostra. Em 
outras palavras, designa uma amostra como tendo um resultado positivo.

Valores negativos do rótulo

Valores do rótulo que são desfavoráveis a um grupo demográfico observado em uma amostra. 
Em outras palavras, designa uma amostra como tendo um resultado negativo.

Variável de grupo

Coluna categórica do conjunto de dados usada para formar subgrupos para a medição da 
Disparidade demográfica condicional (CDD). Obrigatória somente para essa métrica em relação 
ao paradoxo de Simpson.

Faceta

Uma coluna ou recurso que contém os atributos com relação aos quais o desvio é medido.

Valor da faceta

Os valores de recurso dos atributos dos quais o desvio pode favorecer ou desfavorecer.

Probabilidade prevista

A probabilidade, conforme prevista pelo modelo, de uma amostra ter um resultado positivo ou 
negativo.

Cadernos de exemplo

O Amazon SageMaker Clarify fornece o seguinte exemplo de caderno para detecção de viés:
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• Explicabilidade e detecção de viés com o Amazon SageMaker Clarify — Use o SageMaker Clarify 
para criar um trabalho de processamento para detectar vieses e explicar as previsões do modelo 
com atribuições de recursos.

Este notebook foi verificado para ser executado somente no Amazon SageMaker Studio. Se você 
precisar de instruções sobre como abrir um notebook no Amazon SageMaker Studio, consulteCrie 
ou abra um notebook Amazon SageMaker Studio Classic. Caso seja solicitado que você escolha um 
kernel, escolha Python 3 (Data Science).

Tópicos

• Medir o desvio de pré-treinamento

• Gere relatórios de viés nos dados de pré-treinamento no Studio SageMaker

Medir o desvio de pré-treinamento

Medir o desvio em modelos de ML é o primeiro passo para mitigar o desvio. Cada medida de desvio 
corresponde a uma noção diferente de equidade. Até mesmo considerar conceitos simples de 
equidade leva a muitas medidas diferentes aplicáveis em vários contextos. Por exemplo, considere 
a equidade em relação à idade e, para simplificar, que a meia-idade e o restante das faixas etárias 
são os dois grupos demográficos relevantes, chamados de facetas. No caso de um modelo de ML 
para empréstimos, podemos querer que empréstimos para pequenas empresas sejam emitidos para 
números iguais de ambos os grupos demográficos. Ou, ao processar candidatos a emprego, talvez 
queiramos ver números iguais de membros de cada grupo demográfico contratado. No entanto, 
essa abordagem pode presumir que números iguais de ambas as faixas etárias se aplicam a esses 
empregos, portanto, podemos querer condicionar o número de candidatos. Além disso, podemos 
considerar não se números iguais se candidatam, mas se temos um número igual de candidatos 
qualificados. Ou podemos considerar a equidade como uma taxa de aceitação igual de candidatos 
qualificados em ambas as faixas etárias, ou uma taxa igual de rejeição de candidatos, ou ambas. 
Você pode usar conjuntos de dados com diferentes proporções de dados sobre os atributos de 
interesse. Esse desequilíbrio pode confundir a medida de desvio que você escolher. Os modelos 
podem ser mais precisos na classificação de uma faceta do que na outra. Portanto, você precisa 
escolher métricas de desvio que sejam conceitualmente apropriadas para a aplicação e a situação.

Usamos a notação a seguir para discutir as métricas de desvio. O modelo conceitual descrito aqui 
é para classificação binária, em que os eventos são rotulados como tendo apenas dois resultados 
possíveis em seu espaço amostral, chamados de positivos (com valor 1) e negativos (com valor 
0). Esse framework geralmente é extensível à classificação multicategórica de forma direta ou a 
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casos que envolvem resultados contínuos valiosos, quando necessário. No caso da classificação 
binária, rótulos positivos e negativos são atribuídos aos resultados registrados em um conjunto de 
dados bruto para uma faceta favorecida a e para uma faceta desfavorecida d. Esses rótulos y são 
chamados de rótulos observados para diferenciá-los dos rótulos previstos y' que são atribuídos por 
um modelo de machine learning durante os estágios de treinamento ou inferências do ciclo de vida 
do ML. Esses rótulos são usados para definir distribuições de probabilidade Pa(y) e Pd(y) para seus 
respectivos resultados facetários.

• rótulos:

• y representa os n rótulos observados para resultados de eventos em um conjunto de dados de 
treinamento.

• y' representa os rótulos previstos para os n rótulos observados no conjunto de dados por um 
modelo treinado.

• resultados:

• Um resultado positivo (com valor 1) para uma amostra, como a aceitação de uma candidatura.

• n(1) é o número de rótulos observados para resultados positivos (aceitações).

• n'(1) é o número de rótulos previstos para resultados positivos (aceitações).

• Um resultado negativo (com valor 0) para uma amostra, como uma rejeição de candidatura.

• n(0) é o número de rótulos observados para resultados negativos (rejeições).

• n'(0) é o número de rótulos previstos para resultados negativos (rejeições).

• valores da faceta:

• faceta a — O valor da característica que define um grupo demográfico que o desvio favorece.

• na é o número de rótulos observados para o valor da faceta favorecido: na = na
(1) + na

(0) a 
soma dos rótulos observados positivos e negativos para a faceta de valor a.

• n'a é o número de rótulos previstos para o valor da faceta favorecido: n'a = n'a
(1) + n'a

(0) a soma 
dos rótulos de resultados previstos positivos e negativos para a faceta de valor a. Observe 
que n'a = na.

• faceta d — O valor da característica que define um grupo demográfico que o desvio 
desfavorece.

• nd é o número de rótulos observados para o valor da faceta desfavorecido: nd = nd
(1) + nd

(0) a 
soma dos rótulos observados positivos e negativos para a faceta de valor d.

• n'd é o número de rótulos previstos para o valor da faceta desfavorecido: n'd = n'd
(1) + n'd

(0) a 
soma dos rótulos previstos positivos e negativos para a faceta de valor d. Observe que n'd = 
nd.
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• distribuições de probabilidade para resultados dos resultados dos dados facetários rotulados:

• Pa(y) é a distribuição de probabilidade dos rótulos observados para a faceta a. Para dados 
binários rotulados, essa distribuição é dada pela razão entre o número de amostras na faceta a
rotulada com resultados positivos e o número total, Pa(y1) = na

(1)/ na, e a razão entre o número 
de amostras com resultados negativos e o número total, Pa(y0) = na

(0)/ na.

• Pd(y) é a distribuição de probabilidade dos rótulos observados para a faceta d. Para dados 
binários rotulados, essa distribuição é dada pelo número de amostras na faceta d rotulada com 
resultados positivos e o número total, Pd(y1) = nd

(1)/ nd, e a razão entre o número de amostras 
com resultados negativos e o número total, Pd(y0) = nd

(0)/ nd.

Modelos treinados em dados tendenciosos por disparidades demográficas podem aprendê-las e 
até mesmo exacerbá-las. Para identificar o viés nos dados antes de gastar recursos para treinar 
modelos neles, o SageMaker Clarify fornece métricas de distorção de dados que você pode calcular 
em conjuntos de dados brutos antes do treinamento. Todas as métricas de pré-treinamento são 
independentes do modelo porque não dependem dos resultados do modelo e, portanto, são válidas 
para qualquer modelo. A primeira métrica de desvio examina o desequilíbrio facetário, mas não os 
resultados. Ela determina até que ponto a quantidade de dados de treinamento é representativa em 
diferentes facetas, conforme desejado para o aplicativo. As métricas de desvio restantes comparam 
a distribuição dos rótulos de resultados de várias maneiras para as facetas a e d nos dados. As 
métricas que variam acima dos valores negativos podem detectar desvios negativos. A tabela a 
seguir contém uma folha de dicas para orientação rápida e links para as métricas de desvio de pré-
treinamento.

Métricas de desvio pré-treinamento

Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

Desequilíbrio de 
classes (CI)

Mede o desequilí 
brio no número 
de membros entre 
diferentes valores de 
faceta.

Pode haver desvios 
baseados na idade 
devido à falta de 
dados demográficos 
fora de uma faceta de 
meia-idade?

Intervalo normalizado: 
[-1, +1]

Interpretação:

• Valores positivos 
indicam que a 
faceta a tem mais 
amostras de 
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Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

treinamento no 
conjunto de dados.

• Valores próximos 
de zero indicam 
que as facetas 
estão equilibra 
das no número 
de amostras de 
treinamento no 
conjunto de dados.

• Valores negativos 
indicam que a 
faceta d tem mais 
amostras de 
treinamento no 
conjunto de dados.
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Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

Diferença nas 
proporções dos 
rótulos (DPL)

Mede o desequilí 
brio nos resultado 
s positivos entre 
diferentes valores de 
faceta.

Pode haver desvios 
com base na idade 
nas previsões de ML 
devido à rotulagem 
tendenciosa dos 
valores das facetas 
nos dados?

Intervalo para rótulos 
de facetas binários 
e multicategóricos 
normalizados: [-1, +1]

Intervalo para rótulos 
contínuos: (-∞, +∞)

Interpretação:

• Valores positivos 
indicam que a 
faceta a tem uma 
proporção maior de 
resultados positivos 
.

• Valores próximos 
de zero indicam 
uma proporção 
mais uniforme de 
resultados positivos 
entre as facetas.

• Valores negativos 
indicam que a 
faceta d tem uma 
proporção maior de 
resultados positivos 
.
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Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

Divergência de 
Kullback-Leibler (KL)

Mede o quanto 
as distribuições 
de resultados de 
diferentes facetas 
divergem entre si 
entropicamente.

Quão diferentes 
são as distribuições 
dos resultados dos 
pedidos de empréstim 
o para diferentes 
grupos demográficos?

Intervalo para binário, 
multicategórico, 
contínuo: [0, +∞)

Interpretação:

• Valores próximos 
de zero indicam 
que os rótulos 
estão distribuídos 
de forma semelhant 
e.

• Valores positivos 
indicam que as 
distribuições dos 
rótulos divergem; 
quanto mais 
positivas, maior a 
divergência.
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Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

Divergência de 
Jensen-Shannon (JS)

Mede o quanto 
as distribuições 
de resultados de 
diferentes facetas 
divergem entre si 
entropicamente.

Quão diferentes 
são as distribuições 
dos resultados dos 
pedidos de empréstim 
o para diferentes 
grupos demográficos?

Intervalo para binário, 
multicategórico, 
contínuo: [0, +∞)

Interpretação:

• Valores próximos 
de zero indicam 
que os rótulos 
estão distribuídos 
de forma semelhant 
e.

• Valores positivos 
indicam que as 
distribuições dos 
rótulos divergem; 
quanto mais 
positivas, maior a 
divergência.
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Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

Norma Lp (LP) Mede a diferença da 
norma p entre distribui 
ções demográfi 
cas distintas dos 
resultados associado 
s a diferentes facetas 
em um conjunto de 
dados.

Quão diferentes 
são as distribuições 
dos resultados dos 
pedidos de empréstim 
o para diferentes 
grupos demográficos?

Intervalo para binário, 
multicategórico, 
contínuo: [0, +∞)

Interpretação:

• Valores próximos 
de zero indicam 
que os rótulos 
estão distribuídos 
de forma semelhant 
e.

• Valores positivos 
indicam que as 
distribuições dos 
rótulos divergem; 
quanto mais 
positivas, maior a 
divergência.
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Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

Distância de variação 
total (TVD)

Mede metade da 
diferença da norma 
L1 entre distribui 
ções demográfi 
cas distintas dos 
resultados associado 
s a diferentes facetas 
em um conjunto de 
dados.

Quão diferentes 
são as distribuições 
dos resultados dos 
pedidos de empréstim 
o para diferentes 
grupos demográficos?

Intervalo para 
resultados binários, 
multicategóricos, 
contínuos: [0, +∞)

• Valores próximos 
de zero indicam 
que os rótulos 
estão distribuídos 
de forma semelhant 
e.

• Valores positivos 
indicam que as 
distribuições dos 
rótulos divergem; 
quanto mais 
positivas, maior a 
divergência.
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Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

Kolmogorov-Smirnov 
(KS)

Mede a divergênc 
ia máxima entre 
os resultados nas 
distribuições para 
diferentes facetas 
em um conjunto de 
dados.

Quais resultado 
s de candidatu 
ra em faculdade 
s manifestam as 
maiores disparidades 
por grupo demográfi 
co?

Intervalo de valores 
de KS para resultado 
s binários, multicate 
góricos e contínuos: 
[0, +1]

• Valores próximos 
de zero indicam 
que os rótulos 
foram distribuídos 
uniformemente 
entre as facetas em 
todas as categorias 
de resultados.

• Valores próximos 
a um indicam que 
os rótulos de uma 
categoria estavam 
todos em uma 
faceta, portanto, 
muito desequili 
brados.

• Valores intermite 
ntes indicam 
graus relativos 
de desequilíbrio 
máximo do rótulo.
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Métrica de desvio Descrição Exemplo de pergunta Interpretar valores de 
métricas

Disparidade 
demográfica 
condicional (CDD)

Mede a disparida 
de de resultado 
s entre diferentes 
facetas como um 
todo, mas também 
por subgrupos.

Alguns grupos têm 
uma proporção 
maior de rejeições 
nos resultados 
de admissão na 
faculdade do que 
a proporção de 
aceitações?

Intervalo de CDD: [-1, 
+1]

• Valores positivos 
indicam um 
resultado em que 
a faceta d é mais 
rejeitada do que 
aceita.

• Valores próximos 
de zero indicam 
que, em média, 
não há disparidade 
demográfica.

• Valores negativos 
indicam um 
resultado em que 
a faceta a é mais 
rejeitada do que 
aceita.

Para obter informações adicionais sobre métricas de desvio, consulte Medidas de equidade para 
Machine Learning em finanças.

Tópicos

• Desequilíbrio de classes (CI)

• Diferença nas proporções dos rótulos (DPL)

• Divergência de Kullback-Leibler (KL)

• Divergência de Jensen-Shannon (JS)

• Norma Lp (LP)

• Distância de variação total (TVD)

• Kolmogorov-Smirnov (KS)
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• Disparidade demográfica condicional (CDD)

Desequilíbrio de classes (CI)

O desvio de desequilíbrio de classes (CI) ocorre quando um valor de faceta d tem menos amostras 
de treinamento quando comparado com outra faceta a no conjunto de dados. Isso ocorre porque 
os modelos se ajustam preferencialmente às facetas maiores em detrimento das facetas menores 
e, portanto, podem resultar em um maior erro de treinamento para a faceta d. Os modelos também 
correm maior risco de sobreajustar os conjuntos de dados menores, o que pode causar um erro de 
teste maior para a faceta d. Considere o exemplo em que um modelo de machine learning é treinado 
principalmente com dados de indivíduos de meia idade (faceta a). Ele pode ser menos preciso ao 
fazer previsões envolvendo pessoas mais jovens e mais velhas (faceta d).

Fórmula para a medida de desequilíbrio facetário (normalizada):

        CI = (na - nd)/(na + nd)

Onde na é o número de membros da faceta a e nd o número da faceta d. Seus valores variam ao 
longo do intervalo [-1, 1].

• Valores positivos de CI indicam que a faceta a tem mais amostras de treinamento no conjunto de 
dados e um valor de 1 indica que os dados contêm apenas membros da faceta a.

• Valores de CI próximos de zero indicam uma distribuição mais uniforme de membros entre 
facetas e um valor de zero indica uma partição perfeitamente igual entre facetas e representa uma 
distribuição equilibrada de amostras nos dados de treinamento.

• Valores negativos de CI indicam que a faceta d tem mais amostras de treinamento no conjunto de 
dados e um valor de -1 indica que os dados contêm apenas membros da faceta d.

• Os valores de CI próximos a qualquer um dos valores extremos de -1 ou 1 estão muito 
desequilibrados e correm um risco substancial de fazer previsões tendenciosas.

Se for constatado que existe um desequilíbrio significativo entre as facetas, você deve reequilibrar a 
amostra antes de continuar treinando modelos nela.

Diferença nas proporções dos rótulos (DPL)

A diferença nas proporções de rótulos (DPL) compara a proporção de resultados observados com 
rótulos positivos para a faceta d com a proporção de resultados observados com rótulos positivos da 
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faceta a em um conjunto de dados de treinamento. Por exemplo, você pode usá-la para comparar a 
proporção de indivíduos de meia idade (faceta a) e outras faixas etárias (faceta d) aprovados para 
empréstimos financeiros. Os modelos de machine learning tentam imitar as decisões de dados de 
treinamento da forma mais próxima possível. Portanto, um modelo de machine learning treinado em 
um conjunto de dados com uma alta DPL provavelmente refletirá o mesmo desequilíbrio em suas 
previsões futuras.

A fórmula para a diferença nas proporções dos rótulos é a seguinte:

        DPL = (qa - qd)

Em que:

• qa = na
(1)/na é a proporção da faceta a que tem um valor de rótulo observado de 1. Por exemplo, 

a proporção de um grupo demográfico de meia idade que recebe aprovação para empréstimos. 
Aqui, na

(1) representa o número de membros da faceta a que obtêm um resultado positivo e na é o 
número de membros da faceta a.

• qd = nd
(1)/nd é a proporção da faceta d que tem um valor de rótulo observado de 1. Por exemplo, 

a proporção de pessoas fora do grupo demográfico de meia idade que recebe aprovação para 
empréstimos. Aqui, nd

(1) representa o número de membros da faceta d que obtêm um resultado 
positivo e nd é o número de membros da faceta d.

Se a DPL estiver próxima o suficiente de 0, dizemos que a paridade demográfica foi alcançada.

Para rótulos de facetas binários e multicategóricos, os valores de DPL variam ao longo do intervalo 
(-1, 1). Para rótulos contínuos, definimos um limite para reduzir os rótulos para binários.

• Valores positivos de DPL indicam que a faceta a tem uma proporção maior de resultados positivos 
quando comparada com a faceta d.

• Valores de DPL próximos de zero indicam uma proporção mais uniforme de resultados positivos 
entre as facetas e um valor de zero indica paridade demográfica perfeita.

• Valores negativos de DPL indicam que a faceta d tem uma proporção maior de resultados 
positivos quando comparada com a faceta a.

O fato de uma alta magnitude de DPL ser problemática varia de uma situação para outra. Em 
um caso problemático, uma DPL de alta magnitude pode ser um sinal de problemas subjacentes 
nos dados. Por exemplo, um conjunto de dados com alta DPL pode refletir desvios históricos ou 

Detectar o desvio de dados pré-treinamento 5676



Amazon SageMaker Guia do Desenvolvedor

preconceitos contra grupos demográficos baseados na idade que seriam indesejáveis para um 
modelo aprender.

Divergência de Kullback-Leibler (KL)

A divergência de Kullback-Leibler (KL) mede o quanto a distribuição observada do rótulo da faceta a, 
Pa(y) diverge da distribuição da faceta d, Pd(y). Também é conhecida como entropia relativa de Pa(y) 
em relação a Pd(y) e quantifica a quantidade de informação perdida ao passar de Pa(y) para Pd(y).

A fórmula para a divergência de Kullback-Leibler é a seguinte:

        KL(Pa || Pd) = ∑yPa(y)*log[Pa(y)/Pd(y)]

É a expectativa da diferença logarítmica entre as probabilidades Pa(y) e Pd(y), onde a expectativa 
é ponderada pelas probabilidades Pa(y). Essa não é uma distância real entre as distribuições, pois 
é assimétrica e não satisfaz a desigualdade triangular. A implementação usa logaritmos naturais, 
fornecendo KL em unidades de nats. O uso de bases logarítmicas diferentes fornece resultados 
proporcionais, mas em unidades diferentes. Por exemplo, usar a base 2 fornece KL em unidades de 
bits.

Por exemplo, suponha que um grupo de solicitantes de empréstimos tenha uma taxa de aprovação 
de 30% (faceta d) e que a taxa de aprovação de outros solicitantes (faceta a) seja de 80%. A fórmula 
de Kullback-Leibler fornece a divergência de distribuição de rótulos da faceta a da faceta d da 
seguinte forma:

        KL = 0,8*ln(0,8/0,3) + 0,2*ln(0,2/0,7) = 0,53

Há dois termos na fórmula aqui porque os rótulos são binários neste exemplo. Essa medida pode 
ser aplicada a vários rótulos, além dos binários. Por exemplo, em um cenário de admissão em 
faculdades, suponha que um candidato possa receber um dos três rótulos de categoria: yi = {y0, y1, 
y2} = {rejeitado, em lista de espera, aceito}.

Intervalo de valores da métrica KS para resultados binários, multicategóricos e contínuos: [0, +∞).

• Valores próximos de zero significam que os resultados são distribuídos de forma semelhante para 
as diferentes facetas.

• Valores positivos significam que as distribuições dos rótulos divergem; quanto mais positivas, 
maior a divergência.
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Divergência de Jensen-Shannon (JS)

A divergência de Jensen-Shannon (JS) mede o quanto as distribuições de rótulos de diferentes 
facetas divergem entre si entropicamente. Ela é baseada na divergência de Kullback-Leibler, mas é 
simétrica.

A fórmula para a divergência de Jensen-Shannon é a seguinte:

        JS = ½*[KL(Pa || P) + KL(Pd || P)]

Onde P = ½ (Pa + Pd), a distribuição média do rótulo nas facetas a e d.

O intervalo de valores da JS para resultados binários, multicategóricos e contínuos é [0, ln(2)).

• Valores próximos de zero significam que os rótulos estão distribuídos de forma semelhante.

• Valores positivos significam que as distribuições dos rótulos divergem; quanto mais positivas, 
maior a divergência.

Essa métrica indica se há uma grande divergência em um dos rótulos entre as facetas.

Norma Lp (LP)

A norma Lp (LP) mede a distância da norma p entre as distribuições de facetas dos rótulos 
observados em um conjunto de dados de treinamento. Essa métrica não é negativa e, portanto, não 
pode detectar desvios reversos.

A fórmula para a norma Lp é a seguinte:

        Lp(Pa, Pd) = (∑y||Pa - Pd||p)1/p

Onde a distância da norma p entre os pontos x e y é definida da seguinte forma:

        Lp(x, y) = (|x1-y1|p + |x2-y2|p + … +|xn-yn|p)1/p

A norma 2 é a norma euclidiana. Suponha que você tenha uma distribuição de resultados com 
três categorias, por exemplo, yi = {y0, y1, y2} = {aceito, na lista de espera, rejeitado} em um cenário 
multicategórico de admissões em faculdades. Você obtém a soma dos quadrados das diferenças 
entre as contagens de resultados para as facetas a e d. A distância euclidiana resultante é calculada 
da seguinte forma:

        L2(Pa, Pd) = [(na
(0) - nd

(0))2 + (na
(1) - nd

(1))2 + (na
(2) - nd

(2))2]1/2

Em que:
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• Númeroa
(i) é o número dos resultados da iésima categoria na faceta a: por exemplo, na

(0) é o 
número de aceitações da faceta a.

• nd
(i) é o número dos resultados da iésima categoria na faceta d: por exemplo, nd

(2) é o número de 
rejeições da faceta d.

O intervalo de valores de LP para resultados binários, multicategóricos e contínuos é [0, √2), onde:

• Valores próximos de zero significam que os rótulos estão distribuídos de forma semelhante.

• Valores positivos significam que as distribuições dos rótulos divergem; quanto mais positivas, 
maior a divergência.

Distância de variação total (TVD)

A métrica de polarização de dados da distância de variação total (TVD) é metade da norma L1. 
O TVD é a maior diferença possível entre as distribuições de probabilidade para resultados de 
rótulos das facetas a e d. A 1 norma L é a distância de Hamming, uma métrica usada para comparar 
duas strings de dados binários determinando o número mínimo de substituições necessárias para 
alterar uma sequência para outra. Se as strings fossem cópias umas das outras, isso determinaria 
a quantidade de erros que ocorreram durante a cópia. No contexto de detecção de desvio, o TVD 
quantifica quantos resultados na faceta a precisariam ser alterados para corresponder aos resultados 
na faceta d.

A fórmula para a distância de variação total é a seguinte:

        TVD = ½*L1(Pa, Pd)

Por exemplo, suponha que você tenha uma distribuição de resultados com três categorias, yi = 
{y0, y1, y2} = {aceito, na lista de espera, rejeitado} em um cenário multicategórico de admissões em 
faculdades. Você usa as diferenças entre as contagens das facetas a e d para cada resultado para 
calcular o TVD. O resultado é o seguinte:

        L1(Pa, Pd) = |na
(0) - nd

(0)| + |na
(1) - nd

(1)| + |na
(2) - nd

(2)|

Em que:

• Númeroa
(i) é o número dos resultados da iésima categoria na faceta a: por exemplo, na

(0) é o 
número de aceitações da faceta a.

• nd
(i) é o número dos resultados da iésima categoria na faceta d: por exemplo, nd

(2) é o número de 
rejeições da faceta d.
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O intervalo de valores de TVD para resultados binários, multicategóricos e contínuos é [0, 1), onde:

• Valores próximos de zero significam que os rótulos estão distribuídos de forma semelhante.

• Valores positivos significam que as distribuições dos rótulos divergem; quanto mais positivas, 
maior a divergência.

Kolmogorov-Smirnov (KS)

A métrica de desvio de Kolmogorov-Smirnov (KS) é igual à divergência máxima entre os rótulos 
nas distribuições das facetas a e d de um conjunto de dados. O teste KS de duas amostras 
implementado pela SageMaker Clarify complementa as outras medidas de desequilíbrio do rótulo ao 
encontrar o rótulo mais desequilibrado.

A fórmula para a métrica de Kolmogorov-Smirnov é a seguinte:

        KS = máx(|Pa(y) - Pd(y)|)

Por exemplo, suponha que um grupo de candidatos (faceta a) à faculdade seja rejeitado, na lista de 
espera ou aceito em 40%, 40%, 20%, respectivamente, e que essas taxas para outros candidatos 
(faceta d) sejam 20%, 10%, 70%. Então, o valor métrico de desvio de Kolmogorov-Smirnov é o 
seguinte:

KS = máximo (|0,4-0,2|, |0,4-0,1|, |0,2-0,7|) = 0,5

Isso nos diz que a divergência máxima entre as distribuições de facetas é 0,5 e ocorre nas taxas de 
aceitação. Há três termos na equação porque os rótulos são multiclasse de cardinalidade três.

O intervalo de valores de LP para resultados binários, multicategóricos e contínuos é [0, +1], onde:

• Valores próximos de zero indicam que os rótulos foram distribuídos uniformemente entre as 
facetas em todas as categorias de resultados. Por exemplo, ambas as facetas que pediram um 
empréstimo obtiveram 50% das aceitações e 50% das rejeições.

• Valores próximos a um indicam que os rótulos de uma categoria estavam todos em uma faceta. 
Por exemplo, a faceta a obteve 100% das aceitações e a faceta d não obteve nenhuma.

• Valores intermitentes indicam graus relativos de desequilíbrio máximo do rótulo.
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Disparidade demográfica condicional (CDD)

A métrica de disparidade demográfica (DD) determina se uma faceta tem uma proporção maior 
de resultados rejeitados no conjunto de dados do que de resultados aceitos. No caso binário em 
que há duas facetas, homens e mulheres, por exemplo, que constituem o conjunto de dados, a 
desfavorecida é rotulada como faceta d e a favorita é rotulada como faceta a. Por exemplo, no caso 
de admissões em faculdades, se as candidatas (mulheres) representassem 46% dos candidatos 
rejeitados e representassem apenas 32% dos candidatos aceitos, afirmamos que há disparidade 
demográfica porque a taxa de rejeição de mulheres excede a taxa de aceitação. As candidatas 
mulheres são rotuladas como faceta d neste caso. Se os candidatos (homens) representavam 54% 
dos candidatos rejeitados e 68% dos candidatos aceitos, então não há uma disparidade demográfica 
para essa faceta, pois a taxa de rejeição é menor que a taxa de aceitação. Os candidatos (homens) 
são rotulados como faceta d neste caso.

A fórmula para a disparidade demográfica para a faceta d menos favorecida é a seguinte:

        DDd = nd
(0)/n(0) - nd

(1)/n(1) = Pd
R(y0) - Pd

A(y1)

Em que:

• n(0) = na
(0) + nd

(0) é o número total de resultados rejeitados no conjunto de dados para a faceta 
favorecida a e a faceta desfavorecida d.

• n(1) = na
(1) + nd

(1) é o número total de resultados aceitos no conjunto de dados para a faceta 
favorecida a e a faceta desfavorecida d.

• Pd
R(y0) é a proporção de resultados rejeitados (com valor 0) na faceta d.

• Pd
A(y1) é a proporção de resultados aceitos (valor 1) na faceta d.

Para o exemplo de admissão na faculdade, a disparidade demográfica para mulheres é DDd = 0,46 - 
0,32 = 0,14. Para homens DDa = 0,54 - 0,68 = - 0,14.

Uma métrica de disparidade demográfica condicional (CDD) que condiciona DD em atributos que 
definem um estrato de subgrupos no conjunto de dados é necessária para descartar o paradoxo 
de Simpson. O reagrupamento pode fornecer insights sobre a causa das aparentes disparidades 
demográficas nas facetas menos favorecidas. O caso clássico surgiu no caso de admissões em 
Berkeley, onde os homens foram aceitos com uma taxa geral mais alta do que as mulheres. As 
estatísticas desse caso foram usadas nos cálculos de exemplo de DD. No entanto, quando os 
subgrupos departamentais foram examinados, as mulheres demonstraram ter taxas de admissão 
mais altas do que os homens quando condicionadas pelo departamento. A explicação foi que as 
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mulheres se inscreveram em departamentos com taxas de aceitação mais baixas do que os homens. 
O exame das taxas de aceitação subagrupadas revelou que as mulheres foram realmente aceitas 
em uma taxa mais alta do que os homens nos departamentos com taxas de aceitação mais baixas.

A métrica CDD fornece uma medida única para todas as disparidades encontradas nos subgrupos 
definidos por um atributo de um conjunto de dados por meio da média deles. É definida como a 
média ponderada das disparidades demográficas (DDi) para cada um dos subgrupos, com cada 
disparidade de subgrupo ponderada em proporção ao número de observações contidas. A fórmula 
para a disparidade demográfica condicional é a seguinte:

        CDD = (1/n)*∑ini *DDi

Em que:

• ∑ini = n é o número total de observações e ni é o número de observações para cada subgrupo.

• DDi = ni
(0)/n(0) - ni

(1)/n(1) = Pi
R(y0) - Pi

A(y1) é a disparidade demográfica para o iésimo subgrupo.

A disparidade demográfica de um subgrupo (DDi) é a diferença entre a proporção de resultados 
rejeitados e a proporção de resultados aceitos para cada subgrupo.

O intervalo de valores de DD para resultados binários para o conjunto de dados completo DDd ou 
para seus subgrupos condicionalizados DDi é [-1, +1].

• +1: quando não há rejeições na faceta a ou subgrupo e nenhuma aceitação na faceta d ou 
subgrupo

• Valores positivos indicam que há uma disparidade demográfica, pois a faceta d ou subgrupo 
tem uma proporção maior dos resultados rejeitados no conjunto de dados do que dos resultados 
aceitos. Quanto maior o valor, menos favorece a faceta e maior a disparidade.

• Valores negativos indicam que não há uma disparidade demográfica, pois a faceta d ou subgrupo 
tem uma proporção maior dos resultados aceitos no conjunto de dados do que dos resultados 
rejeitados. Quanto menor o valor, mais favorecida é a faceta.

• -1: quando não há rejeições na faceta d ou subgrupo e nenhuma aceitação na faceta a ou 
subgrupo

Se você não condicionar nada, o CDD será zero se e somente se o DPL for zero.

Essa métrica é útil para explorar os conceitos de discriminação direta e indireta e de justificativa 
objetiva na legislação e jurisprudência de não discriminação da UE e do Reino Unido. Para obter 
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informações adicionais, consulte Por que a imparcialidade não pode ser automatizada. Este 
documento também contém dados e análises relevantes do caso de admissões em Berkeley, que 
mostram como a condicionalização em subgrupos de taxas de admissão departamental ilustra o 
paradoxo de Simpson.

Gere relatórios de viés nos dados de pré-treinamento no Studio SageMaker

SageMaker O Clarify é integrado ao Amazon SageMaker Data Wrangler, o que pode ajudá-lo a 
identificar preconceitos durante a preparação dos dados sem precisar escrever seu próprio código. O 
Data Wrangler fornece uma end-to-end solução para importar, preparar, transformar, caracterizar e 
analisar dados com o Amazon Studio. SageMaker Para obter uma visão geral do fluxo de trabalho de 
preparação de dados do Data Wrangler, consulte Prepare dados de ML com o Amazon SageMaker 
Data Wrangler.

Você especifica atributos de interesse, como sexo ou idade, e o SageMaker Clarify executa um 
conjunto de algoritmos para detectar a presença de viés nesses atributos. Depois que o algoritmo 
é executado, o SageMaker Clarify fornece um relatório visual com uma descrição das fontes e da 
gravidade do possível viés para que você possa planejar as etapas de mitigação. Por exemplo, em 
um conjunto de dados financeiros que contém alguns exemplos de empréstimos comerciais para 
uma faixa etária em comparação com outras, SageMaker sinaliza o desequilíbrio para que você 
possa evitar um modelo que desfavoreça essa faixa etária.

Para analisar e relatar o desvio dos dados

Para começar a usar o Data Wrangler, consulte Comece a usar o Data Wrangler.

1. No Amazon SageMaker Studio Classic, no menu Home

( ) 
no painel esquerdo, navegue até o nó Data e escolha Data Wrangler. Isso abre a página inicial 
do Data Wrangler no Studio Classic.

2. Escolha o botão + Importar dados para criar um novo fluxo.

3. Na sua página de fluxo, na guia Importar, escolha Amazon S3, navegue até seu bucket do 
Amazon S3, encontre seu conjunto de dados e escolha Importar.

4. Após importar seus dados, no gráfico de fluxo na guia Fluxo de dados, escolha o sinal + à direita 
do nó Tipos de dados.

5. Escolha Adicionar análise.

6. Na página Criar análise, escolha Relatório de Desvio para o tipo de análise.
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7. Configure o relatório de desvio fornecendo um nome do relatório, a coluna a ser prevista e se é 
um valor ou limite, a coluna a ser analisada quanto ao desvio (a faceta) e se é um valor ou limite.

8. Continue configurando o relatório de desvio escolhendo as métricas de desvio.

9. Escolha Verificar desvio para gerar e visualizar o relatório de desvio. Role para baixo para 
visualizar todos os relatórios.
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10. Escolha o cursor à direita da descrição de cada métrica de desvio para ver a documentação que 
pode ajudar você a interpretar a importância dos valores métricos.

11. Para visualizar um resumo da tabela dos valores da métrica de desvio, escolha a opção Tabela. 
Para salvar o relatório, escolha Salvar no canto inferior direito da página. Você pode ver o 
relatório no gráfico de fluxo na guia Fluxo de dados. Clique duas vezes no relatório para abri-lo.

Detecte dados pós-treinamento e desvio de modelo

A análise de desvio pós-treinamento pode ajudar a revelar desvios que podem ter emanado de 
desvios nos dados ou de desvios introduzidos pelos algoritmos de classificação e previsão. Essas 
análises levam em consideração os dados, incluindo os rótulos e as previsões de um modelo. Você 
avalia a performance analisando rótulos previstos ou comparando as previsões com os valores-
alvo observados nos dados em relação a grupos com atributos diferentes. Há diferentes noções de 
equidade, cada uma exigindo diferentes métricas de desvio para medir.

Há conceitos jurídicos de equidade que podem não ser fáceis de capturar porque são difíceis de 
detectar. Por exemplo, o conceito americano de impacto díspar que ocorre quando um grupo, 
chamado de faceta d menos favorecida, experimenta um efeito adverso mesmo quando a 
abordagem adotada parece ser justa. Esse tipo de desvio pode não ser devido a um modelo de 
machine learning, mas ainda pode ser detectado pela análise de desvio pós-treinamento.
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O Amazon SageMaker Clarify tenta garantir o uso consistente da terminologia. Para obter uma lista 
de termos e suas definições, consulte Amazon SageMaker esclarece os termos de preconceito e 
imparcialidade.

Para obter informações adicionais sobre métricas de viés pós-treinamento, consulte Saiba como 
o Amazon SageMaker Clarify ajuda a detectar medidas tendenciosas e imparciais para o Machine 
Learning in Finance. .

Meça os dados pós-treinamento e o desvio de modelo

O Amazon SageMaker Clarify fornece onze dados pós-treinamento e métricas de viés de modelos 
para ajudar a quantificar várias concepções de justiça. Esses conceitos não podem ser todos 
satisfeitos simultaneamente e a seleção depende das especificidades dos casos envolvendo 
possíveis desvios que estão sendo analisados. A maioria dessas métricas é uma combinação dos 
números retirados das matrizes de confusão de classificação binária para os diferentes grupos 
demográficos. Como a equidade e o desvio podem ser definidos por uma ampla variedade de 
métricas, é necessário o julgamento humano para entender e escolher quais métricas são relevantes 
para o caso de uso individual, e os clientes devem consultar as partes interessadas apropriadas para 
determinar a medida apropriada de equidade para sua aplicação.

Usamos a notação a seguir para debater as métricas de desvio. O modelo conceitual descrito aqui 
é para classificação binária, em que os eventos são rotulados como tendo apenas dois resultados 
possíveis em seu espaço amostral, chamados de positivos (com valor 1) e negativos (com valor 
0). Esse framework geralmente é extensível à classificação multicategórica de forma direta ou a 
casos que envolvem resultados contínuos valiosos, quando necessário. No caso da classificação 
binária, rótulos positivos e negativos são atribuídos aos resultados registrados em um conjunto de 
dados bruto para uma faceta favorecida a e para uma faceta desfavorecida d. Esses rótulos y são 
chamados de rótulos observados para diferenciá-los dos rótulos previstos y' que são atribuídos por 
um modelo de machine learning durante os estágios de treinamento ou inferências do ciclo de vida 
do ML. Esses rótulos são usados para definir distribuições de probabilidade Pa(y) e Pd(y) para seus 
respectivos resultados facetários.

• rótulos:

• y representa os n rótulos observados para resultados de eventos em um conjunto de dados de 
treinamento.

• y' representa os rótulos previstos para os n rótulos observados no conjunto de dados por um 
modelo treinado.

• resultados:
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• Um resultado positivo (com valor 1) para uma amostra, como a aceitação de uma candidatura.

• n(1) é o número de rótulos observados para resultados positivos (aceitações).

• n'(1) é o número de rótulos previstos para resultados positivos (aceitações).

• Um resultado negativo (com valor 0) para uma amostra, como uma rejeição de candidatura.

• n(0) é o número de rótulos observados para resultados negativos (rejeições).

• n'(0) é o número de rótulos previstos para resultados negativos (rejeições).

• valores da faceta:

• faceta a — O valor da característica que define um grupo demográfico que o desvio favorece.

• na é o número de rótulos observados para o valor da faceta favorecido: na = na
(1) + na

(0) a 
soma dos rótulos observados positivos e negativos para a faceta de valor a.

• n'a é o número de rótulos previstos para o valor da faceta favorecido: n'a = n'a
(1) + n'a

(0) a soma 
dos rótulos de resultados previstos positivos e negativos para a faceta de valor a. Observe 
que n'a = na.

• faceta d — O valor da característica que define um grupo demográfico que o desvio 
desfavorece.

• nd é o número de rótulos observados para o valor da faceta desfavorecido: nd = nd
(1) + nd

(0) a 
soma dos rótulos observados positivos e negativos para a faceta de valor d.

• n'd é o número de rótulos previstos para o valor da faceta desfavorecido: n'd = n'd
(1) + n'd

(0) a 
soma dos rótulos previstos positivos e negativos para a faceta de valor d. Observe que n'd = 
nd.

• distribuições de probabilidade para resultados dos resultados dos dados facetários rotulados:

• Pa(y) é a distribuição de probabilidade dos rótulos observados para a faceta a. Para dados 
binários rotulados, essa distribuição é dada pela razão entre o número de amostras na faceta a
rotulada com resultados positivos e o número total, Pa(y1) = na

(1)/ na, e a razão entre o número 
de amostras com resultados negativos e o número total, Pa(y0) = na

(0)/ na.

• Pd(y) é a distribuição de probabilidade dos rótulos observados para a faceta d. Para dados 
binários rotulados, essa distribuição é dada pelo número de amostras na faceta d rotulada com 
resultados positivos e o número total, Pd(y1) = nd

(1)/ nd, e a razão entre o número de amostras 
com resultados negativos e o número total, Pd(y0) = nd

(0)/ nd.

A tabela a seguir contém uma folha de dicas para orientação rápida e links para as métricas de 
desvio pós-treinamento.
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Métricas de desvio pós-treinamento

Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Diferença nas 
proporções positivas 
nos rótulos previstos 
(DPPL)

Mede a diferença 
na proporção de 
previsões positivas 
entre a faceta 
favorecida a e a 
faceta desfavorecida
d.

Houve um desequilí 
brio entre os grupos 
demográficos nos 
resultados positivos 
previstos que possa 
indicar desvio?

Intervalo para rótulos 
normalizados binárias 
e de facetas multicate 
góricas: [-1,+1]

Intervalo para rótulos 
contínuos: (-∞, +∞)

Interpretação:

• Valores positivos 
indicam que a 
faceta favorecida a
tem uma proporção 
maior de resultados 
positivos previstos.

• Valores próximos 
de zero indicam 
uma proporção 
mais uniforme de 
resultados positivos 
previstos entre as 
facetas.

• Valores negativos 
indicam que a 
faceta d tem uma 
proporção maior de 
resultados positivos 
previstos.

Impacto díspar (DI) Mede a proporção 
das proporções dos 
rótulos previstos para 

Houve um desequilí 
brio entre os grupos 
demográficos nos 

Intervalo para rótulos 
binários normaliza 
dos, contínuos e de 
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

a faceta favorecida a
e a faceta desfavore 
cida d.

resultados positivos 
previstos que possa 
indicar desvio?

facetas multicate 
góricas: [0,∞)

Interpretação:

• Valores menores 
que 1 indicam que 
a faceta favorecid 
a a tem uma 
proporção maior de 
resultados positivos 
previstos.

• Um valor de 1 
indica que temos 
paridade demográfi 
ca.

• Valores maiores 
que 1 indicam que 
a faceta d tem uma 
proporção maior de 
resultados positivos 
previstos.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Disparidade 
demográfica 
condicional em rótulos 
previstos (CDDPL)

Mede a disparidade 
de rótulos previstos 
entre diferentes 
facetas como um 
todo, mas também 
por subgrupos.

Alguns grupos 
demográficos têm 
uma proporção maior 
de rejeições nos 
resultados de pedido 
de empréstimo do 
que a proporção de 
aceitações?

Intervalo de valores 
de CDDPL para 
resultados binários, 
multicategóricos e 
contínuos: [-1, +1]

• Valores positivos 
indicam resultados 
em que a faceta d
é mais rejeitada do 
que aceita.

• Valores próximos 
de zero indicam 
nenhuma disparida 
de demográfica em 
média.

• Valores negativos 
indicam resultados 
em que a faceta a
é mais rejeitada do 
que aceita.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Teste de inversão 
contrafactual (FT)

Examina cada 
membro da faceta
d e avalia se 
membros semelhant 
es da faceta a têm 
previsões de modelos 
diferentes.

Um grupo de uma 
faixa etária específica 
corresponde estreitam 
ente em todas as 
características a uma 
faixa etária diferente 
, mas paga mais, em 
média?

O intervalo para 
rótulos binários e 
de facetas multicate 
góricas é [-1, +1].

• Valores positivos 
ocorrem quando 
o número de 
decisões contrafac 
tuais desfavorá 
veis para a faceta 
desfavorecida d
excede as favorávei 
s.

• Valores próximos 
de zero ocorrem 
quando o número 
de decisões 
contrafactuais 
desfavoráveis e 
favoráveis do teste 
de inversão se 
equilibra.

• Valores negativos 
ocorrem quando 
o número de 
decisões contrafac 
tuais desfavorá 
veis para a faceta 
desfavorecida d é 
menor do que as 
favoráveis.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Diferença de precisão 
(AD)

Mede a diferença 
entre a precisão da 
previsão para as 
facetas favorecidas e 
desfavorecidas.

O modelo prevê 
rótulos com a mesma 
precisão para 
aplicações em todos 
os grupos demográfi 
cos?

O intervalo para 
rótulos binários e 
de facetas multicate 
góricas é [-1, +1].

• Valores positivos 
indicam que a 
faceta d sofre 
mais com alguma 
combinação de 
falso-positivos 
(erros do Tipo I) 
ou falso-negativos 
(erros do Tipo 
II). Isso significa 
que há um desvio 
potencial contra a 
faceta d desfavore 
cida.

• Valores próximos 
de zero ocorrem 
quando a precisão 
da previsão para 
a faceta a é 
semelhante à da 
faceta d.

• Valores negativos 
indicam que a 
faceta a sofre 
mais com alguma 
combinação de 
falso-positivos 
(erros do Tipo I) 
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

ou falso-negativos 
(erros do Tipo 
II). Isso significa 
que há um desvio 
contra a faceta a
favorecida.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Diferença de 
recordação (RD)

Compara a recordaçã 
o do modelo quanto 
às facetas favorecidas 
e desfavorecidas.

Existe um desvio 
baseado na idade nos 
empréstimos devido 
a um modelo com 
maior recordação 
para uma faixa etária 
em comparação com 
outra?

Intervalo para classific 
ação binária e 
multicategorial: [-1, 
+1].

• Valores positivos 
sugerem que o 
modelo encontra 
mais dos positivos 
verdadeiros para 
a faceta a e é 
tendencioso contra 
a faceta desfavore 
cida d.

• Valores próximos 
de zero sugerem 
que o modelo 
encontra aproximad 
amente o mesmo 
número de positivos 
verdadeiros em 
ambas as facetas e 
não é tendencioso.

• Valores negativos 
sugerem que o 
modelo encontra 
mais dos positivos 
verdadeiros para 
a faceta d e é 
tendencioso contra 
a faceta preferida a.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Diferença na 
aceitação condicional 
(DCAcc)

Compara os rótulos 
observados com os 
rótulos previstos por 
um modelo. Avalia se 
isso é o mesmo em 
todas as facetas para 
resultados positivos 
previstos (aceitaçõ 
es).

Ao comparar uma 
faixa etária com 
outra, os empréstim 
os são aceitos com 
mais ou menos 
frequência do que o 
previsto (baseado nas 
qualificações)?

O intervalo para 
rótulos binários, 
contínuos e de 
facetas multicate 
góricas: (-∞, +∞).

• Valores positivos 
indicam um 
possível desvio 
contra os candidato 
s qualificados a 
partir da faceta 
desfavorecida d.

• Valores próximos 
de zero indicam 
que candidatos 
qualificados de 
ambas as facetas 
estão sendo aceitos 
de forma semelhant 
e.

• Valores negativos 
indicam um 
possível desvio 
contra os candidato 
s qualificados da 
faceta favorecida a.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Diferença nas taxas 
de aceitação (DAR)

Mede a diferença nas 
proporções entre os 
resultados positivos 
observados (TP) e 
os positivos previstos 
(TP + FP) entre as 
facetas favorecidas e 
desfavorecidas.

O modelo tem a 
mesma precisão ao 
prever aceitações de 
empréstimos para 
candidatos qualifica 
dos em todas as 
faixas etárias?

O intervalo para 
rótulos binários, 
contínuos e de faceta 
multicategórica é
[-1, +1].

• Valores positivos 
indicam um 
possível desvio 
contra a faceta
d causado pela 
ocorrência de 
relativamente mais 
falso-positivos na 
faceta desfavore 
cida d.

• Valores próximos 
de zero indicam 
que os rótulos 
observados para 
resultados positivos 
(aceitações) estão 
sendo previstos 
com igual precisão 
para ambas as 
facetas pelo 
modelo.

• Valores negativos 
indicam um 
possível desvio 
contra a faceta
a causado pela 
ocorrência de 
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

relativamente mais 
falso-positivos na 
faceta favorecida a.

Diferença de especific 
idade (SD)

Compara a especific 
idade do modelo entre 
facetas favorecidas e 
desfavorecidas.

Existe um desvio 
baseado na idade nos 
empréstimos porque 
o modelo prevê uma 
maior especificidade 
para uma faixa etária 
em comparação com 
outra?

Intervalo para classific 
ação binária e 
multicategorial: [-1, 
+1].

• Valores positivos 
sugerem que o 
modelo encontra 
menos falso-pos 
itivos para a faceta
d e é tendencio 
so contra a faceta 
desfavorecida d.

• Valores próximos 
de zero sugerem 
que o modelo 
encontra um 
número similar de 
falso-positivos em 
ambas as facetas e 
não é tendencioso.

• Valores negativos 
sugerem que o 
modelo encontra 
menos falso-pos 
itivos para a faceta
a e é tendencio 
so contra a faceta 
preferida a.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Diferença na rejeição 
condicional (DCR)

Compara os rótulos 
observados com 
os rótulos previstos 
por um modelo e 
avalia se isso é o 
mesmo em todas as 
facetas para resultado 
s negativos (rejeiçõe 
s).

Há mais ou menos 
rejeições para 
pedidos de empréstim 
o do que o previsto 
para uma faixa etária 
em comparação com 
outra baseado nas 
qualificações?

O intervalo para 
rótulos binários, 
contínuos e de 
facetas multicate 
góricas: (-∞, +∞).

• Valores positivos 
indicam um 
possível desvio 
contra os candidato 
s qualificados a 
partir da faceta 
desfavorecida d.

• Valores próximos 
de zero indicam 
que candidato 
s qualificados 
de ambas as 
facetas estão sendo 
rejeitados de forma 
semelhante.

• Valores negativos 
indicam um 
possível desvio 
contra os candidato 
s qualificados da 
faceta favorecida a.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Diferença nas taxas 
de rejeição (DRR)

Mede a diferença nas 
proporções entre os 
resultados negativos 
observados (TN) e os 
negativos previstos 
(TN + FN) entre as 
facetas desfavore 
cidas e favorecidas.

O modelo tem a 
mesma precisão 
ao prever rejeições 
de empréstimos 
para candidatos não 
qualificados em todas 
as faixas etárias?

O intervalo para 
rótulos binários, 
contínuos e de faceta 
multicategórica é
[-1, +1].

• Valores positivos 
indicam um 
possível desvio 
causado pela 
ocorrência de 
relativamente mais 
falso-negativos na 
faceta favorecida a.

• Valores próximos 
de zero indicam 
que resultados 
negativos (rejeiçõe 
s) estão sendo 
previstos com 
igual precisão para 
ambas as facetas.

• Valores negativos 
indicam um 
possível desvio 
causado pela 
ocorrência de 
relativamente mais 
falso-negativos na 
faceta desfavore 
cida d.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Igualdade de 
tratamento (TE)

Mede a diferença na 
proporção de falso-
positivos e falso-
negativos entre as 
facetas favorecidas e 
desfavorecidas.

Em pedidos de 
empréstimo, a 
proporção relativa de 
falso-positivos para 
falso-negativos é a 
mesma em todas as 
faixas etárias?

O intervalo para 
rótulos binários e 
de facetas multicate 
góricas: (-∞, +∞).

• Valores positivos 
ocorrem quando a 
proporção de falso-
positivos para falso-
negativos para a 
faceta a é maior 
que para a faceta d.

• Valores próximos 
de zero ocorrem 
quando a proporção 
de falso-positivos 
para falso-neg 
ativos para a faceta
a é semelhante à 
da faceta d.

• Valores negativos 
ocorrem quando a 
proporção de falso-
positivos para falso-
negativos para a 
faceta a é menor do 
que para a faceta d.
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Métrica de desvio 
pós-treinamento

Descrição Exemplo de pergunta Interpretar valores de 
métricas

Entropia generalizada 
(GE)

Mede a desiguald 
ade nos benefício 
s b atribuídos a 
cada entrada pelas 
previsões do modelo.

Dos dois modelos 
de candidatos para 
classificação de 
pedido de empréstim 
o, um leva a uma 
distribuição irregular 
dos resultados 
desejados do que o 
outro?

O intervalo para 
rótulos binários e 
multicategóricos: (0, 
0.5). A GE é indefinid 
a quando o modelo 
prevê somente falso-
negativos.

• Valores zero 
ocorrem quando 
todas as previsões 
estão corretas ou 
todas as previsões 
são falso-positivos.

• Valores positivos 
indicam desiguald 
ade nos benefício 
s; 0,5 corresponde 
à maior desiguald 
ade.

Para obter informações adicionais sobre métricas de desvio pós-treinamento, consulte Fairness 
Measures for Machine Learning in Finance.

Tópicos

• Diferença nas proporções positivas nos rótulos previstos (DPPL)

• Impacto díspar (DI)

• Diferença na aceitação condicional (DCAcc)

• Diferença na rejeição condicional (DCR)

• Diferença de especificidade (SD)

• Diferença de recordação (RD)

• Diferença nas taxas de aceitação (DAR)

Detecte dados pós-treinamento e desvio de modelo 5701

https://pages.awscloud.com/rs/112-TZM-766/images/Fairness.Measures.for.Machine.Learning.in.Finance.pdf
https://pages.awscloud.com/rs/112-TZM-766/images/Fairness.Measures.for.Machine.Learning.in.Finance.pdf


Amazon SageMaker Guia do Desenvolvedor

• Diferença nas taxas de rejeição (DRR)

• Diferença de precisão (AD)

• Igualdade de tratamento (TE)

• Disparidade demográfica condicional em rótulos previstos (CDDPL)

• Teste de inversão contrafactual (FT)

• Entropia generalizada (GE)

Diferença nas proporções positivas nos rótulos previstos (DPPL)

A diferença nas proporções positivas na métrica de rótulos previstos (DPPL) determina se o modelo 
prevê resultados de forma diferente para cada faceta. É definido como a diferença entre a proporção 
de previsões positivas (y' = 1) para a faceta a e a proporção de previsões positivas (y' = 1) para a 
faceta d. Por exemplo, se as previsões do modelo concederem empréstimos a 60% de um grupo de 
meia-idade (faceta a) e 50% de outras faixas etárias (faceta d), ele pode ser tendencioso contra a 
faceta d. Neste exemplo, você deve determinar se a diferença de 10% é relevante para um caso de 
desvio.

Uma comparação da diferença nas proporções dos rótulos (DPL), uma medida do viés pré-
treinamento, com o DPPL, uma medida do viés pós-treinamento, avalia se o viés em proporções 
positivas que estão inicialmente presentes no conjunto de dados muda após o treinamento. Se 
o DPPL for maior que o DPL, o viés em proporções positivas aumentará após o treinamento. Se 
o DPPL for menor que o DPL, o modelo não aumentou o viés em proporções positivas após o 
treinamento. A comparação do DPL com o DPPL não garante que o modelo reduza o viés em 
todas as dimensões. Por exemplo, o modelo ainda pode ser tendencioso ao considerar outras 
métricas, como Teste de inversão contrafactual (FT) ouDiferença de precisão (AD). Para obter mais 
informações sobre a detecção de preconceitos, consulte a postagem do blog Saiba como o Amazon 
SageMaker Clarify ajuda a detectar preconceitos. Consulte Diferença nas proporções dos rótulos 
(DPL) para obter mais informações sobre o DPL.

A fórmula para o DPPL é:

        DPPL = q'a - q'd

Em que:

• q'a = n'a
(1)/na é a proporção prevista da faceta a que obtém um resultado positivo de valor 1. Em 

nosso exemplo, a proporção de uma faceta de meia-idade prevista para a concessão de um 
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empréstimo. Aqui, n'a
(1) representa o número de membros da faceta a que obtêm um resultado 

positivo previsto de valor 1 e na é o número de membros da faceta a.

• q'd = n'd
(1)/nd é a proporção prevista da faceta d que obtém um resultado positivo de valor 1. Em 

nosso exemplo, uma faceta de pessoas mais velhas e mais jovens previu a concessão de um 
empréstimo. Aqui, n'd

(1) representa o número de membros da faceta d que obtêm um resultado 
positivo previsto e nd é o número de membros da faceta d.

Se o DPPL estiver próximo o suficiente de 0, isso significa que a paridade demográfica pós-
treinamento foi alcançada.

Para rótulos de facetas binárias e multicategóricas, os valores de DPL variam ao longo do intervalo 
[-1, 1]. Para rótulos contínuos, os valores variam ao longo do intervalo (-∞, +∞).

• Valores positivos de DPPL indicam que a faceta a tem uma proporção maior de resultados 
positivos quando comparada com a faceta d.

Isso é conhecido como desvio positivo.

• Valores de DPPL próximos de zero indicam uma proporção mais igual de resultados positivos 
previstos entre as facetas a e d e um valor de zero indica paridade demográfica perfeita.

• Valores negativos de DPPL indicam que a faceta d tem uma proporção maior de resultados 
positivos quando comparada com a faceta a. Isso é conhecido como desvio negativo.

Impacto díspar (DI)

A diferença nas proporções positivas na métrica de rótulos previstos pode ser avaliada na forma de 
uma proporção.

A comparação de proporções positivas na métrica de rótulos previstos pode ser avaliada na forma 
de uma proporção em vez de como uma diferença, como acontece com o Diferença nas proporções 
positivas nos rótulos previstos (DPPL). A métrica de impacto díspar (DI) é definida como a razão da 
proporção de previsões positivas (y’ = 1) para a faceta d sobre a proporção de previsões positivas (y’ 
= 1) para a faceta a. Por exemplo, se as previsões do modelo concederem empréstimos a 60% de 
um grupo de meia-idade (faceta a) e 50% de outras faixas etárias (faceta d), então DI = 0,5/0,6 = 0,8, 
o que indica um desvio positivo e um impacto adverso no outro grupo etário representado pela faceta
d.

A fórmula para a diferença das proporções dos rótulos previstos:

Detecte dados pós-treinamento e desvio de modelo 5703



Amazon SageMaker Guia do Desenvolvedor

        DI = q'd/q'a

Em que:

• q'a = n'a
(1)/na é a proporção prevista da faceta a que obtém um resultado positivo de valor 1. Em 

nosso exemplo, a proporção de uma faceta de meia-idade prevista para a concessão de um 
empréstimo. Aqui, n'a

(1) representa o número de membros da faceta a que obtêm um resultado 
positivo previsto e na é o número de membros da faceta a.

• q'd = n'd
(1)/nd é a proporção prevista da faceta d que obtém um resultado positivo de valor 1. Em 

nosso exemplo, uma faceta de pessoas mais velhas e mais jovens previu a concessão de um 
empréstimo. Aqui, n'd

(1) representa o número de membros da faceta d que obtêm um resultado 
positivo previsto e nd é o número de membros da faceta d.

Para rótulos binários, contínuos e de facetas multicategóricas, os valores de DI variam ao longo do 
intervalo [0, ∞).

• Valores menores que 1 indicam que a faceta a tem uma proporção maior de resultados positivos 
previstos do que a faceta d. Isso é conhecido como desvio positivo.

• Um valor de 1 indica uma paridade demográfica.

• Valores maiores que 1 indicam que a faceta d tem uma proporção maior de resultados positivos 
previstos do que a faceta a. Isso é conhecido como desvio negativo.

Diferença na aceitação condicional (DCAcc)

Essa métrica compara os rótulos observados com os rótulos previstos pelo modelo e avalia se isso é 
o mesmo em todas as facetas para resultados positivos previstos. Essa métrica quase imita o desvio 
humano, pois quantifica quantos resultados positivos a mais um modelo previu (rótulos y’) para uma 
determinada faceta em comparação com o que foi observado no conjunto de dados de treinamento 
(rótulos y). Por exemplo, se houvesse mais aceitações (um resultado positivo) observadas no 
conjunto de dados de treinamento para pedidos de empréstimo de um grupo de meia-idade (faceta
a) do que o previsto pelo modelo baseado nas qualificações em comparação com a faceta contendo 
outras faixas etárias (faceta d), isso pode indicar um desvio potencial na forma como os empréstimos 
foram aprovados em favor do grupo de meia-idade.

A fórmula da diferença na aceitação condicional:

        DCAcc = ca - cd
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Em que:

• ca = na
(1)/ n'a

(1) é a proporção entre o número observado de resultados positivos de valor 1 
(aceitações) da faceta a e o número previsto de resultados positivos (aceitações) para a faceta a.

• cd = nd
(1)/ n'd

(1) é a proporção entre o número observado de resultados positivos de valor 1 
(aceitações) da faceta d e o número previsto de resultados positivos (aceitações) para a faceta a.

A métrica DCAcc pode capturar desvios positivos e negativos que revelam tratamento preferencial 
baseado nas qualificações. Considere os seguintes exemplos de preconceito baseado na idade na 
aceitação de empréstimos.

Exemplo 1: desvio positivo

Suponha que tenhamos um conjunto de dados de 100 pessoas de meia-idade (faceta a) e 50 
pessoas de outras faixas etárias (faceta d) que pediram empréstimos, onde o modelo recomendou 
que 60 da faceta a e 30 da faceta d recebessem empréstimos. Portanto, as proporções previstas são 
imparciais em relação à métrica DPPL, mas os rótulos observados mostram que 70 da faceta a e 20 
da faceta d foram concedidos empréstimos. Em outras palavras, o modelo concedeu empréstimos 
a 17% menos da faceta de meia idade do que os rótulos observados nos dados de treinamento 
sugeridos (70/60 = 1,17) e concedeu empréstimos a 33% a mais de outras faixas etárias do que os 
rótulos observados sugeriram (20/30 = 0,67). O cálculo do valor DCAcc fornece o seguinte:

        DCAcc = 70/60 - 20/30 = 1/2

O valor positivo indica que há um desvio potencial contra a faceta a de meia-idade com uma taxa de 
aceitação menor em comparação com a outra faceta d do que os dados observados (considerados 
imparciais) indicam ser o caso.

Exemplo 2: desvio negativo

Suponha que tenhamos um conjunto de dados de 100 pessoas de meia-idade (faceta a) e 50 
pessoas de outras faixas etárias (faceta d) que pediram empréstimos, onde o modelo recomendou 
que 60 da faceta a e 30 da faceta d recebessem empréstimos. Portanto, as proporções previstas são 
imparciais em relação à métrica DPPL, mas os rótulos observados mostram que 50 da faceta a e 40 
da faceta d foram concedidos empréstimos. Em outras palavras, o modelo concedeu empréstimos 
a 17% menos da faceta de meia-idade que os rótulos observados nos dados de treinamento 
sugeridos (50/60 = 0,83) e concedeu empréstimos a 33% mais de outras faixas etárias que os rótulos 
observados sugeriram (40/30 = 1,33). O cálculo do valor DCAcc fornece o seguinte:
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        DCAcc = 50/60 - 40/30 = -1/2

O valor negativo indica que há um desvio potencial contra a faceta d com uma taxa de aceitação 
menor em comparação com a faceta a de meia-idade do que os dados observados (considerados 
imparciais) indicam ser o caso.

Observe que você pode usar o dCACC para ajudá-lo a detectar possíveis vieses (não intencionais) 
de humanos que supervisionam as previsões do modelo em um ambiente. human-in-the-loop 
Suponha, por exemplo, que as previsões y' do modelo foram imparciais, mas a eventual decisão 
é tomada por um humano (possivelmente com acesso a recursos adicionais) que pode alterar as 
previsões do modelo para gerar uma versão nova e final de y'. O processamento adicional pelo ser 
humano pode, sem querer, negar empréstimos a um número desproporcional de uma faceta. O 
DCAcc pode ajudar a detectar esses possíveis desvios.

O intervalo de valores para diferenças na aceitação condicional para rótulos binários, contínuos e de 
faceta multicategórica é (-∞, +∞).

• Valores positivos ocorrem quando a razão do número observado de aceitações em comparação 
com as aceitações previstas para a faceta a é maior do que a mesma razão para a faceta d. Esses 
valores indicam um possível desvio contra os candidatos qualificados da faceta a. Quanto maior a 
diferença das proporções, mais extremo é o desvio aparente.

• Valores próximos de zero ocorrem quando a proporção do número observado de aceitações em 
comparação com as aceitações previstas para a faceta a é semelhante à proporção para a faceta
d. Esses valores indicam que as taxas de aceitação previstas são consistentes com os valores 
observados nos dados rotulados e que candidatos qualificados de ambas as facetas estão sendo 
aceitos de forma semelhante.

• Valores negativos ocorrem quando a razão do número observado de aceitações em comparação 
com as aceitações previstas para a faceta a é menor do que a proporção para a faceta d. Esses 
valores indicam um possível desvio contra os candidatos qualificados da faceta d. Quanto mais 
negativa for a diferença nas proporções, mais extremo será o desvio aparente.

Diferença na rejeição condicional (DCR)

Essa métrica compara os rótulos observados com os rótulos previstos pelo modelo e avalia se isso 
é o mesmo em todas as facetas para resultados negativos (rejeições). Essa métrica quase imita o 
desvio humano, pois quantifica quantos resultados negativos a mais um modelo concedeu (rótulos 
previstos y’) a uma determinada faceta em comparação com o que foi sugerido pelos rótulos no 
conjunto de dados de treinamento (rótulos observados y). Por exemplo, se houvesse mais rejeições 
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observadas (um resultado negativo) para pedidos de empréstimo para um grupo de meia-idade 
(faceta a) do que o previsto pelo modelo baseado em qualificações em comparação com a faceta 
contendo outras faixas etárias (faceta d), isso pode indicar um desvio potencial na forma como os 
empréstimos foram rejeitados, favorecendo o grupo de meia-idade em relação a outros grupos.

A fórmula da diferença na aceitação condicional:

        DCR = rd - ra

Em que:

• rd = nd
(0)/ n'd

(0) é a razão entre o número observado de resultados negativos de valor 0 (rejeições) 
da faceta d e o número previsto de resultados negativos (rejeições) para a faceta d.

• ra = na
(0)/ n'a

(0) é a razão entre o número observado de resultados negativos de valor 0 (rejeições) 
da faceta a e o número previsto de resultados negativos de valor 0 (rejeições) para a faceta a.

A métrica DCR pode capturar desvios positivos e negativos que revelam tratamento preferencial 
baseado nas qualificações. Considere as seguintes instâncias de desvio baseado na idade na 
aceitação de empréstimos.

Exemplo 1: desvio positivo

Suponha que tenhamos um conjunto de dados de 100 pessoas de meia-idade (faceta a) e 50 
pessoas de outras faixas etárias (faceta d) que solicitaram empréstimos, onde o modelo recomendou 
que 60 da faceta a e 30 da faceta dfossem rejeitadas para empréstimos. Portanto, as proporções 
previstas são imparciais pela métrica DPPL, mas os rótulos observados mostram que 50 da faceta
a e 40 da faceta d foram rejeitados. Em outras palavras, o modelo rejeitou 17% mais empréstimos 
da faceta de meia-idade do que os rótulos observados nos dados de treinamento sugeridos (50/60 = 
0,83) e rejeitou 33% menos empréstimos do que outras faixas etárias do que os rótulos observados 
sugeriram (40/30 = 1,33). O valor de DCR quantifica essa diferença na proporção das taxas de 
rejeição observadas e previstas entre as facetas. O valor positivo indica que há um desvio potencial 
que favorece o grupo de meia-idade com taxas de rejeição mais baixas em comparação com outros 
grupos do que os dados observados (considerados imparciais) indicam ser o caso.

        DCR = 40/30 - 50/60 = 1/2

Exemplo 2: desvio negativo

Suponha que tenhamos um conjunto de dados de 100 pessoas de meia-idade (faceta a) e 50 
pessoas de outras faixas etárias (faceta d) que solicitaram empréstimos, onde o modelo recomendou 
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que 60 da faceta a e 30 da faceta dfossem rejeitadas para empréstimos. Portanto, as proporções 
previstas são imparciais pela métrica DPPL, mas os rótulos observados mostram que 70 da faceta
a e 20 da faceta d foram rejeitados. Em outras palavras, o modelo rejeitou 17% menos empréstimos 
da faceta de meia-idade do que os rótulos observados nos dados de treinamento sugeridos (70/60 
= 1,17) e rejeitou 33% mais empréstimos do que outras faixas etárias do que os rótulos observados 
sugeriram (20/30 = 0,67). O valor negativo indica que há um desvio potencial que favorece a faceta
a com taxas de rejeição mais baixas em comparação com a faceta a de meia-idade do que os dados 
observados (considerados imparciais) indicam ser o caso.

        DCR = 20/30 - 70/60 = -1/2

O intervalo de valores para diferenças na rejeição condicional para rótulos binários, contínuos e de 
faceta multicategórica é (-∞, +∞).

• Valores positivos ocorrem quando a razão do número observado de rejeições em comparação 
com as rejeições previstas para a faceta d é maior do que a razão para a faceta a. Esses valores 
indicam um possível desvio contra os candidatos qualificados da faceta a. Quanto maior o valor da 
métrica DCR, mais extremo será o desvio aparente.

• Valores próximos de zero ocorrem quando a proporção do número observado de rejeições em 
comparação com as aceitações previstas para a faceta a é similar à proporção para a faceta
d. Esses valores indicam que as taxas de rejeições previstas são consistentes com os valores 
observados nos dados rotulados e que candidatos qualificados de ambas as facetas estão sendo 
rejeitados de forma semelhante.

• Valores negativos ocorrem quando a proporção do número observado de rejeições em 
comparação às rejeições previstas para a faceta d é menor que a faceta a da proporção. Esses 
valores indicam um possível desvio contra os candidatos qualificados da faceta d. Quanto maior a 
magnitude da métrica de DCR negativa, mais extremo será o desvio aparente.

Diferença de especificidade (SD)

A diferença de especificidade (SD) é a diferença na especificidade entre a faceta favorecida a e a 
faceta desfavorecida d. A especificidade mede a frequência com que o modelo prevê corretamente 
um resultado negativo (y'=0). Qualquer diferença nessas especificidades é uma forma potencial de 
desvio.

A especificidade é perfeita para uma faceta se todos os casos y=0 forem previstos corretamente 
para essa faceta. A especificidade é maior quando o modelo minimiza os falso-positivos, conhecidos 
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como erro do Tipo I. Por exemplo, a diferença entre uma baixa especificidade para emprestar para a 
faceta a e a alta especificidade para emprestar para a faceta d, é uma medida de desvio em relação 
à faceta d.

A fórmula a seguir é para a diferença na especificidade das facetas a e d.

        SD = TNd/(TNd + FPd) - TNa/(TNa + FPa) = TNRd - TNRa

As seguintes variáveis usadas para calcular a SD são definidas da seguinte forma:

• TNd são os negativos verdadeiros previstos para a faceta d.

• FPd são os falso-positivos previstos para a faceta d.

• TNd são os negativos verdadeiros previstos para a faceta a.

• FPd são os falso-positivos previstos para a faceta a.

• TNRa = TNa/(TNa + FPa) é a taxa negativa verdadeira, também conhecida como especificidade, 
para a faceta a.

• TNRd = TNd/(TNd + FPd) é a taxa negativa verdadeira, também conhecida como especificidade, 
para a faceta d.

Por exemplo, considere as seguintes matrizes de confusão para as facetas a e d.

Matriz de confusão para a faceta a favorecida

Previsões de classe a Resultado real 0 Resultado real 1 Total

0 20 5 25

1 10 65 75

Total 30 70 100

Matriz de confusão para a faceta d desfavorecida

Previsões de classe d Resultado real 0 Resultado real 1 Total

0 18 7 25

1 5 20 25
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Previsões de classe d Resultado real 0 Resultado real 1 Total

Total 23 27 50

O valor da diferença de especificidade é SD = 18/(18+5) - 20/(20+10) = 0.7826 - 
0.6667 = 0.1159, o que indica um desvio contra a faceta d.

O intervalo de valores para a diferença de especificidade entre as facetas a e d para classificação 
binária e multicategórica é [-1, +1]. Esta métrica não está disponível para o caso de rótulos 
contínuos. Aqui está o que os diferentes valores de SD implicam:

• Valores positivos são obtidos quando há maior especificidade para a faceta d do que para a faceta
a. Isso sugere que o modelo encontra menos falso-positivos para a faceta d do que para a faceta
a. Um valor positivo indica um desvio em relação à faceta d.

• Valores próximos de zero indicam que a especificidade das facetas que estão sendo comparadas 
é semelhante. Isso sugere que o modelo encontra um número semelhante de falso-positivos em 
ambas as facetas e não é tendencioso.

• Valores positivos são obtidos quando há maior especificidade para a faceta a do que para a faceta
d. Isso sugere que o modelo encontra mais falso-positivos para a faceta a do que para a faceta d. 
Um valor negativo indica um desvio em relação à faceta a.

Diferença de recordação (RD)

A métrica de diferença de recordação (RD) é a diferença na recordação do modelo entre a faceta 
favorecida a e a faceta desfavorecida d. Qualquer diferença nessas recordações é uma forma 
potencial de desvio. A recordação é a taxa positivo verdadeira (TPR), que mede com que frequência 
o modelo prevê corretamente os casos que devem receber um resultado positivo. A recordação é 
perfeita para uma faceta se todos os casos y=1 forem corretamente previstos como y’=1 para essa 
faceta. A recordação é maior quando o modelo minimiza os falso-negativos, conhecidos como erro 
do Tipo II. Por exemplo, quantas pessoas em dois grupos diferentes (facetas a e d) que deveriam 
se qualificar para empréstimos são detectadas corretamente pelo modelo? Se a taxa de recordação 
for alta para empréstimos para a faceta a, mas baixa para empréstimos para a faceta d, a diferença 
fornece uma medida desse desvio em relação ao grupo pertencente à faceta d.

A fórmula para a diferença nas taxas de recordação das facetas a e d:

        RD = TPa/(TPa + FNa) - TPd/(TPd + FNd) = TPRa - TPRd
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Em que:

• TPa são os positivos verdadeiros previstos para a faceta a.

• FNa são os falso-negativos previstos para a faceta a.

• TPd são os positivos verdadeiros previstos para a faceta d.

• FNd são os falso-negativos previstos para a faceta d.

• TPR a = TPa/(TPa + FNa) é a recordação da faceta a, ou sua taxa positiva verdadeira.

• TPRd TPd/(TPd + FNd) é a recordação da faceta d, ou sua taxa positiva verdadeira.

Por exemplo, considere as seguintes matrizes de confusão para as facetas a e d.

Matriz de confusão para a faceta a favorecida

Previsões de classe a Resultado real 0 Resultado real 1 Total

0 20 5 25

1 10 65 75

Total 30 70 100

Matriz de confusão para a faceta d desfavorecida

Previsões de classe d Resultado real 0 Resultado real 1 Total

0 18 7 25

1 5 20 25

Total 23 27 50

O valor da diferença de recordação é RD = 65/70 - 20/27 = 0,93 - 0,74 = 0,19, o que indica um 
desvio contra a faceta d.

O intervalo de valores para a diferença de recordação entre as facetas a e d para classificação 
binária e multicategórica é [-1, +1]. Esta métrica não está disponível para o caso de rótulos 
contínuos.

Detecte dados pós-treinamento e desvio de modelo 5711



Amazon SageMaker Guia do Desenvolvedor

• Valores positivos são obtidos quando há maior recordação para a faceta a do que para a faceta
d. Isso sugere que o modelo encontra mais positivos verdadeiros para a faceta a do que para a 
faceta d, que é uma forma de desvio.

• Valores próximos de zero indicam que a recordação das facetas sendo comparadas é semelhante. 
Isso sugere que o modelo encontra aproximadamente o mesmo número de positivos verdadeiros 
em ambas as facetas e não é tendencioso.

• Valores negativos são obtidos quando há maior recordação para a faceta d do que para a faceta
a. Isso sugere que o modelo encontra mais positivos verdadeiros para a faceta d do que para a 
faceta a, que é uma forma de desvio.

Diferença nas taxas de aceitação (DAR)

A diferença na métrica das taxas de aceitação (DAR) é a diferença nas proporções entre as 
previsões positivas verdadeiras (TP) e as positivas observadas (TP + FP) para as facetas a e d. 
Essa métrica mede a diferença na precisão do modelo para prever as aceitações dessas duas 
facetas. A precisão mede a fração de candidatos qualificados do conjunto de candidatos qualificados 
identificados como tal pelo modelo. Se a precisão do modelo para prever candidatos qualificados 
diverge entre as facetas, isso é um desvio e sua magnitude é medida pela DAR.

A fórmula para a diferença nas taxas de aceitação entre as facetas a e d:

        DAR = TPa/(TPa + FPa) - TPd/(TPd + FPd)

Em que:

• TPa são os positivos verdadeiros previstos para a faceta a.

• FPa são os falso-positivos previstos para a faceta a.

• TPd são os positivos verdadeiros previstos para a faceta d.

• FPd são os falso-positivos previstos para a faceta d.

Por exemplo, suponha que o modelo aceite 70 candidatos de meia-idade (faceta a) para um 
empréstimo (rótulos positivos previstos), dos quais apenas 35 são realmente aceitos (rótulos 
positivos observados). Suponha também que o modelo aceite 100 candidatos de outras faixas 
etárias (faceta d) para um empréstimo (rótulos positivos previstos), dos quais apenas 40 são 
realmente aceitos (rótulos positivos observados). Então DAR = 35/70 - 40/100 = 0,10, o que indica 
um desvio potencial contra pessoas qualificadas da segunda faixa etária (faceta d).
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O intervalo de valores para DAR para rótulos binários, contínuos e de facetas multicategóricas é [-1, 
+1].

• Valores positivos ocorrem quando a razão entre os positivos previstos (aceitações) e os resultados 
positivos observados (candidatos qualificados) para a faceta a é maior que a mesma proporção 
para a faceta d. Esses valores indicam um possível desvio contra a faceta desfavorecida d
causada pela ocorrência de relativamente mais falso-positivos na faceta d. Quanto maior a 
diferença nas proporções, mais extremo é o desvio aparente.

• Valores próximos de zero ocorrem quando a proporção entre os positivos previstos (aceitações) 
e os resultados positivos observados (candidatos qualificados) para as facetas a e d têm valores 
semelhantes, indicando que os rótulos observados para resultados positivos estão sendo previstos 
com igual precisão pelo modelo.

• Valores negativos ocorrem quando a razão entre os positivos previstos (aceitações) e os 
resultados positivos observados (candidatos qualificados) para a faceta d é maior do que a mesma 
proporção para a faceta a. Esses valores indicam um possível desvio contra a faceta favorecida a
causado pela ocorrência de relativamente mais falso-positivos na faceta a. Quanto mais negativa 
for a diferença nas proporções, mais extremo será o desvio aparente.

Diferença nas taxas de rejeição (DRR)

A diferença na métrica das taxas de rejeição (DRR) é a diferença nas proporções da previsões 
negativas verdadeiras (TN) em relação às negativas observadas (TN + FN) para as facetas a e d. 
Essa métrica mede a diferença na precisão do modelo para prever as rejeições dessas duas facetas. 
A precisão mede a fração de candidatos não qualificados do conjunto de candidatos não qualificados 
que são identificados como tal pelo modelo. Se a precisão do modelo para prever candidatos não 
qualificados diverge entre as facetas, isso é um desvio e sua magnitude é medida pelo DRR.

A fórmula para a diferença nas taxas de rejeição entre as facetas a e d:

        DRR = TNd/(TNd + FNd) - TNa/(TNa + FNa)

Os componentes da equação DRR anterior são os seguintes.

• TNd são os negativos verdadeiros previstos para a faceta d.

• FNd são os falso-negativos previstos para a faceta d.

• TPa são os negativos verdadeiros previstos para a faceta a.

• FNa são os falso-negativos previstos para a faceta a.
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Por exemplo, suponha que o modelo rejeite 100 candidatos de meia-idade (faceta a) para um 
empréstimo (rótulos negativos previstos), dos quais 80 são, na verdade, não qualificados (rótulos 
negativos observados). Suponha também que o modelo rejeite 50 candidatos de outras faixas etárias 
(faceta d) para um empréstimo (rótulos negativos previstos), dos quais apenas 40 são realmente 
não qualificados (rótulos negativos observados). Então DRR = 40/50 - 80/100 = 0, portanto, nenhum 
desvio é indicado.

O intervalo de valores para DRR para rótulos binários, contínuos e de facetas multicategóricas é [-1, 
+1].

• Valores positivos ocorrem quando a proporção entre os negativos previstos (rejeições) em relação 
aos resultados negativos observados (candidatos não qualificados) para a faceta d é maior do que 
a mesma proporção para a faceta a. Esses valores indicam um possível desvio contra a faceta 
favorecida a causado pela ocorrência de relativamente mais falso-negativos na faceta a. Quanto 
maior a diferença nas proporções, mais extremo é o desvio aparente.

• Valores próximos de zero ocorrem quando a razão entre os negativos previstos (rejeições) e 
os resultados negativos observados (candidatos não qualificados) para as facetasa e d têm 
valores semelhantes, indicando que os rótulos observados para resultados negativos estão sendo 
previstos com igual precisão pelo modelo.

• Valores negativos ocorrem quando a proporção entre os negativos previstos (rejeições) e os 
resultados negativos observados (candidatos não qualificados) para a faceta a é maior do que a 
facetad da proporção. Esses valores indicam um possível desvio contra a faceta desfavorecida d
causada pela ocorrência de relativamente mais falso-positivos na faceta d. Quanto mais negativa 
for a diferença nas proporções, mais extremo será o desvio aparente.

Diferença de precisão (AD)

A métrica de diferença de precisão (AD) é a diferença entre a precisão da previsão para diferentes 
facetas. Essa métrica determina se a classificação pelo modelo é mais precisa para uma faceta do 
que para a outra. A AD indica se uma faceta incorre em uma proporção maior de erros do Tipo I e do 
Tipo II. Mas ela não consegue diferenciar entre erros do Tipo I e do Tipo II. Por exemplo, o modelo 
pode ter a mesma precisão para diferentes faixas etárias, mas os erros podem ser principalmente 
falso-positivos (erros do Tipo I) para um grupo baseado na idade e principalmente falso-negativos 
(erros do Tipo II) para o outro.

Além disso, se as aprovações de empréstimos forem feitas com muito mais precisão para um grupo 
demográfico de meia-idade (faceta a) do que para outro grupo demográfico baseado na idade (faceta
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d), uma proporção maior de candidatos qualificados no segundo grupo terá seu empréstimo negado 
(FN) ou uma proporção maior de candidatos não qualificados desse grupo obterão um empréstimo 
(FP) ou ambos. Isso pode levar à injustiça dentro do grupo para o segundo grupo, mesmo que a 
proporção de empréstimos concedidos seja quase a mesma para ambos os grupos baseado na 
idade, o que é indicado por um valor de DPPL próximo de zero.

A fórmula da métrica AD é a diferença entre a precisão da previsão para a faceta a, ACCa, menos a 
da faceta d, ACCd:

        AD = ACCa - ACCd

Em que:

• ACCa = (TPa + TNa)/(TPa + TNa + FPa + FNa)

• TPa são os positivos verdadeiros previstos para a faceta a

• TNa são os negativos verdadeiros previstos para a faceta a

• FPa são os falso-positivos previstos para a faceta a

• FNa são os falso-negativos previstos para a faceta a

• ACCd = (TPd + TNd)/(TPd + TNd + FPd + FNd)

• TPd são os positivos verdadeiros previstos para a faceta d

• TNd são os negativos verdadeiros previstos para a faceta d

• FPd são os falso-positivos previstos para a faceta d

• FNd são os falso-negativos previstos para a faceta d

Por exemplo, suponha que um modelo aprove empréstimos para 70 candidatos da faceta a de 100 
e rejeite os outros 30. 10 não deveriam ter recebido o empréstimo (FPa) e 60 foram aprovados, o 
que deveria ter sido (TPa). 20 das rejeições deveriam ter sido aprovadas (FNa) e 10 foram rejeitadas 
corretamente (TNa). A precisão da faceta a é a seguinte:

        ACCa = (60 + 10)/(60 + 10 + 20 + 10) = 0,7

Em seguida, suponha que um modelo aprove empréstimos para 50 candidatos da faceta d de 100 
e rejeite os outros 50. 10 não deveriam ter recebido o empréstimo (FPa) e 40 foram aprovados, o 
que deveria ter sido (TPa). 40 das rejeições deveriam ter sido aprovadas (FNa) e 10 foram rejeitadas 
corretamente (TNa). A precisão da faceta a é determinada conforme a seguir:

        ACCd = (40 + 10)/(40 + 10 + 40 + 10) = 0,5
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A diferença de precisão é, portanto, AD = ACCa - ACCd = 0,7 - 0,5 = 0,2. Isso indica que há um 
desvio em relação à faceta d, pois a métrica é positiva.

O intervalo de valores do AD para rótulos binários e de facetas multicategóricas é [-1, +1].

• Valores positivos ocorrem quando a precisão da previsão para a faceta a é maior do do que para a 
faceta d. Isso significa que a faceta d sofre mais com alguma combinação de falso-positivos (erros 
do Tipo I) ou falso-negativos (erros do Tipo II). Isso significa que há um desvio potencial contra a 
faceta d desfavorecida.

• Valores próximos de zero ocorrem quando a precisão da previsão para a faceta a é semelhante à 
da faceta d.

• Valores negativos ocorrem quando a precisão da previsão para a faceta d é maior do que para 
a faceta a t. Isso significa que a faceta a sofre mais com alguma combinação de falso-positivos 
(erros do Tipo I) ou falso-negativos (erros do Tipo II). Isso significa que há um desvio contra a 
faceta a favorecida.

Igualdade de tratamento (TE)

A igualdade de tratamento (TE) é a diferença na proporção de falso-negativos para falso-positivos 
entre as facetas a e d. A ideia principal dessa métrica é avaliar se, mesmo que a precisão entre 
os grupos seja a mesma, os erros são mais prejudiciais a um grupo do que a outro? A taxa de 
erro vem do total de falso-positivos e falso-negativos, mas o detalhamento desses dois pode ser 
muito diferente pelas facetas. O TE mede se os erros estão compensando de forma semelhante ou 
diferente em todas as facetas.

A fórmula da igualdade de tratamento:

        TE = FNd/FPd - FNa/FPa

Em que:

• FNd são os falso-negativos previstos para a faceta d.

• FPd são os falso-positivos previstos para a faceta d.

• FNa são os falso-negativos previstos para a faceta a.

• FPa são os falso-positivos previstos para a faceta a.

Observe que a métrica se torna ilimitada se FPa ou FPd for zero.
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Por exemplo, suponha que haja 100 pessoas pedindo empréstimos da faceta a e 50 da faceta d. 
Para a faceta a, 8 tiveram um empréstimo negado erroneamente (FNa) e outros 6 foram aprovados 
erroneamente (FPa). As previsões restantes eram verdadeiras, então TPa + TNa = 86. Para a faceta
d, 5 foram negadas erroneamente (FNd) e 2 foram aprovadas erroneamente (FPd). As previsões 
restantes eram verdadeiras, então TPd + TNd = 43. A proporção de falso-negativos para falso-
positivos é igual a 8/6 = 1,33 para a faceta a e 5/2 = 2,5 para a faceta d. Portanto, TE = 2,5 - 1,33 = 
1,167, embora ambas as facetas tenham a mesma precisão:

        ACCa = (86)/(86+ 8 + 6) = 0,86

        ACCd = (43)/(43 + 5 + 2) = 0,86

O intervalo de valores para diferenças na rejeição condicional para rótulos binários e de facetas 
multicategóricas é (-∞, +∞). A métrica TE não está definida para rótulos contínuos. A interpretação 
dessa métrica depende da importância relativa de falso-positivos (erro do tipo I) e dos falso-negativos 
(erro do tipo II).

• Valores positivos ocorrem quando a proporção de falso-negativos para falso-positivos da faceta d
é maior que da faceta a.

• Valores próximos de zero ocorrem quando a proporção de falso-negativos e falso-positivos para a 
faceta a é semelhante à da faceta d.

• Valores negativos ocorrem quando a proporção de falso-negativos para falso-positivos da faceta d
é menor que da faceta a.

Note

Uma versão anterior afirmava que a métrica de Igualdade de Tratamento é calculada 
como FPa / FNa - FPd / FNd em vez de FNd / FPd - FNa / FPa. Embora qualquer uma das 
versões possa ser usada. Para ter mais informações, consulte Fairness measures for 
Machine Learning in Finance.

Disparidade demográfica condicional em rótulos previstos (CDDPL)

A métrica de disparidade demográfica (DDPL) determina se a faceta d tem uma proporção maior de 
rótulos rejeitados previstos do que dos rótulos aceitos previstos. Ele permite uma comparação da 
diferença na proporção de rejeição prevista e na proporção de aceitação prevista pelas facetas. Essa 
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métrica é exatamente igual à métrica CDD de pré-treinamento, exceto que é calculada com base nos 
rótulos previstos em vez dos observados. Essa métrica está no intervalo (-1,+1).

A fórmula para as previsões de disparidade demográfica para rótulos da faceta d é a seguinte:

        DDPLd = n'd
(0)/n'(0) - n'd

(1)/n'(1) = Pd
R(y'0) - Pd

A(y'1)

Em que:

• n'(0) = n'a
(0) + n'd

(0) é o número previsto de rótulos rejeitados para as facetas a e d.

• n'(1) = n'a
(1) + n'd

(1) é o número de rótulos aceitos previstos para as facetas a e d.

• Pd
R(y'0) é a proporção de rótulos rejeitados previstos (valor 0) na faceta d.

• Pd
A(y'1) é a proporção de rótulos aceitos previstos (valor 1) na faceta d.

Uma métrica de disparidade demográfica condicional em rótulos previstos (CDDPL) que condiciona 
o DDPL a atributos que definem um estrato de subgrupos no conjunto de dados é necessária para 
descartar o paradoxo de Simpson. O reagrupamento pode fornecer insights sobre a causa das 
aparentes disparidades demográficas nas facetas menos favorecidas. O caso clássico surgiu no 
caso de admissões em Berkeley, onde os homens foram aceitos com uma taxa geral mais alta do 
que as mulheres. Mas quando os subgrupos departamentais foram examinados, foi demonstrado 
que as mulheres tinham taxas de admissão mais altas do que os homens por departamento. A 
explicação foi que as mulheres se inscreveram em departamentos com taxas de aceitação mais 
baixas do que os homens. O exame das taxas de aceitação de subgrupos revelou que as mulheres 
foram realmente aceitas em uma taxa mais alta do que os homens nos departamentos com taxas de 
aceitação mais baixas.

A métrica CDDPL fornece uma medida única para todas as disparidades encontradas nos subgrupos 
definidos por um atributo de um conjunto de dados por meio da média deles. É definido como a 
média ponderada das disparidades demográficas nos rótulos previstos (DDPLi) para cada um dos 
subgrupos, com cada disparidade de subgrupo ponderada na proporção ao número de observações 
contidas. A fórmula para a disparidade demográfica condicional nos rótulos previstos é a seguinte:

        CDDPL = (1/n)*∑ini *DDPLi

Em que:

• ∑ini = n é o número total de observações e ni é o número de observações para cada subgrupo.

• DDPLi = n'i
(0)/n(0) - n'i

(1)/n(1) = Pi
R(y'0) - Pi

A(y'1) é a disparidade demográfica nos rótulos previstos 
para o subgrupo.
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Portanto, a disparidade demográfica de um subgrupo em rótulos previstos (DDPLi) é a diferença 
entre a proporção de rótulos rejeitados previstos e a proporção de rótulos aceitos previstos para cada 
subgrupo.

O intervalo de valores de DDPL para resultados binários, multicategóricos e contínuos é [-1, +1].

• +1: quando não há rótulos de rejeição prevista para a faceta a ou subgrupo e nenhuma aceitação 
prevista na faceta d ou subgrupo.

• Valores positivos indicam que há uma disparidade demográfica nos rótulos previstos, pois a 
faceta d ou subgrupo tem uma proporção maior dos rótulos rejeitados previstos do que dos rótulos 
aceitos previstos. Quanto maior o valor, maior será a disparidade.

• Valores próximos de zero indicam que não há disparidade demográfica na média.

• Valores negativos indicam que há uma disparidade demográfica nos rótulos previstos, pois a 
faceta a ou subgrupo tem uma proporção maior de rótulos rejeitados previstos do que de rótulos 
aceitos previstos. Quanto menor o valor, maior a disparidade.

• -1: quando não há lapelas de rejeição previstas para a faceta d ou subgrupo e nenhuma aceitação 
prevista para a faceta a ou subgrupo.

Teste de inversão contrafactual (FT)

O teste de inversão é uma abordagem que analisa cada membro da faceta d e avalia se membros 
semelhantes da faceta a têm previsões de modelo diferentes. Os membros da faceta a são 
escolhidos para serem vizinhos k mais próximos da observação da faceta d. Avaliamos quantos 
vizinhos mais próximos do grupo oposto recebem uma previsão diferente, em que a previsão 
invertida pode ir de positiva para negativa e vice-versa.

A fórmula para o teste de inversão contrafactual é a diferença na cardinalidade de dois conjuntos 
dividida pelo número de membros da faceta d:

        FT = (F+ - F-)/nd

Em que:

• F+ = é o número de membros desfavorecidos da faceta d com um resultado desfavorável cujos 
vizinhos mais próximos na faceta a favorecida receberam um resultado favorável.

• F- = é o número de membros desfavorecidos da faceta d com um resultado favorável cujos 
vizinhos mais próximos na faceta a favorecida receberam um resultado desfavorável.

• nd é o tamanho da amostra da faceta d.
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O intervalo de valores para o teste de inversão contrafactual para rótulos de facetas binários e 
multicategoriais é [-1, +1]. Para rótulos contínuos, definimos um limite para recolher os rótulos para 
binários.

• Valores positivos ocorrem quando o número de decisões contrafactuais desfavoráveis para a 
faceta desfavorecida d excede as favoráveis.

• Valores próximos de zero ocorrem quando o número de decisões contrafactuais desfavoráveis e 
favoráveis do teste de inversão se equilibra.

• Valores negativos ocorrem quando o número de decisões contrafactuais desfavoráveis do teste de 
inversão para a faceta desfavorecida d é menor do que as favoráveis.

Entropia generalizada (GE)

O índice de entropia generalizada (GE) mede a desigualdade no benefício b do rótulo previsto em 
comparação com o rótulo observado. Um benefício ocorre quando um falso-positivo é previsto. 
Um falso-positivo ocorre quando uma observação negativa (y=0) tem uma previsão positiva (y'=1). 
Um benefício também ocorre quando os rótulos observados e previstos são os mesmos, também 
conhecidos como positivo verdadeiro e negativo verdadeiro. Nenhum benefício ocorre quando um 
falso-negativo é previsto. Um falso-negativo ocorre quando se prevê que uma observação positiva 
(y=1) tenha um resultado negativo (y'=0). O benefício b é definido da seguinte forma.

 b = y' - y + 1

Usando essa definição, um falso-positivo recebe um benefício b de 2, e um falso-negativo recebe um 
benefício do 0. Tanto um positivo verdadeiro quanto um negativo verdadeiro recebem o benefício do
1.

A métrica GE é calculada seguindo o Índice de Entropia Generalizada (GE) com o peso alpha
definido como 2. Esse peso controla a sensibilidade a diferentes valores de benefícios. Um alpha
menor significa uma maior sensibilidade a valores menores.
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As seguintes variáveis usadas para calcular a GE são definidas da seguinte forma:

• bi é o benefício recebido pelo ponto de dados ith.

• b' é a média de todos os benefícios.

A GE pode variar de 0 a 0,5, onde valores de zero indicam que não há desigualdade nos benefícios 
em todos os pontos de dados. Isso ocorre quando todas as entradas são previstas corretamente ou 
quando todas as previsões são falso-positivos. A GE é indefinida quando todas as previsões são 
falso-negativos.

Note

A métrica GE não depende de um valor de faceta ser favorecido ou desfavorecido.

Explicabilidade do modelo

O Amazon SageMaker Clarify fornece ferramentas para ajudar a explicar como os modelos de 
aprendizado de máquina (ML) fazem previsões. Essas ferramentas podem ajudar modeladores 
e desenvolvedores de ML e outras partes interessadas internas a entender as características do 
modelo como um todo antes da implantação e a depurar as previsões fornecidas pelo modelo após a 
implantação.

• Para obter explicações sobre seus conjuntos de dados e modelos, consulte. Use SageMaker 
Clarify para explicar e detectar preconceitos

• Para obter explicações em tempo real a partir de um SageMaker endpoint, consulte.
Explicabilidade on-line com Clarify SageMaker

A transparência sobre como os modelos de ML chegam às suas previsões também é fundamental 
para consumidores e reguladores. Eles precisam confiar nas previsões do modelo se quiserem 
aceitar as decisões com base nelas. SageMaker O Clarify usa uma abordagem de atribuição de 
recursos independente do modelo. Você pode usar isso para entender por que um modelo fez uma 
previsão após o treinamento e para fornecer uma explicação por instância durante a inferência. A 
implementação inclui uma implementação escalável e eficiente do SHAP. Isso se baseia no conceito 
de um valor de Shapley, do campo da teoria dos jogos cooperativos, que atribui a cada recurso um 
valor de importância para uma previsão específica.
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O Clarify produz gráficos de dependência parcial (PDPs) que mostram o efeito marginal que as 
características têm no resultado previsto de um modelo de machine learning. A dependência parcial 
ajuda a explicar a resposta do alvo, dado um conjunto de recursos de entrada. Ele também oferece 
suporte à explicabilidade da visão computacional (CV) e do processamento de linguagem natural 
(PLN) usando o mesmo algoritmo de valores de Shapley (SHAP) usado para explicações de dados 
tabulares.

Qual é a função de uma explicação no contexto do machine learning? Uma explicação pode ser 
considerada a resposta a uma pergunta por que, que ajuda os humanos a entender a causa de uma 
previsão. No contexto de um modelo de ML, talvez você esteja interessado em responder perguntas 
como:

• Por que o modelo previu um resultado negativo, como a rejeição de um empréstimo para um 
determinado candidato?

• Como o modelo faz previsões?

• Por que o modelo fez uma previsão incorreta?

• Quais características têm a maior influência no comportamento do modelo?

Você pode usar essas explicações para auditar e atender aos requisitos regulatórios, estabelecer 
confiança no modelo, apoiar a tomada de decisões humanas e depurar e melhorar a performance do 
modelo.

A necessidade de satisfazer as demandas de compreensão humana sobre a natureza e os 
resultados da inferência de ML é fundamental para o tipo de explicação necessária. Pesquisas de 
disciplinas de filosofia e ciências cognitivas mostraram que as pessoas se preocupam especialmente 
com explicações contrastivas ou explicações do tipo por que um evento X aconteceu em vez de 
algum outro evento Y que não ocorreu. Aqui, X pode ser um evento inesperado ou surpreendente 
que aconteceu e Y corresponde a uma expectativa baseado no seu modelo mental existente, 
conhecido como linha de base. Observe que, para o mesmo evento X, pessoas diferentes podem 
buscar explicações diferentes, dependendo de seu ponto de vista ou modelo mental Y. No contexto 
da inteligência artificial explicável, você pode pensar em X como o exemplo que está sendo 
explicado e em Y como uma linha de base que normalmente é escolhida para representar um 
exemplo não informativo ou médio no conjunto de dados. Às vezes, por exemplo, no caso da 
modelagem de imagens em ML, a linha de base pode estar implícita, enquanto uma imagem cujos 
pixels são todos da mesma cor pode servir como linha de base.
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Cadernos de exemplo

O Amazon SageMaker Clarify fornece o seguinte exemplo de caderno para explicabilidade do 
modelo:

• Amazon SageMaker Clarify Processing — Use o SageMaker Clarify para criar um trabalho de 
processamento para detectar viés e explicar as previsões do modelo com atribuições de recursos. 
Os exemplos incluem usar formatos de dados CSV e Linhas JSON, trazer seu próprio contêiner e 
executar trabalhos de processamento com o Spark.

• Explicando a classificação de imagens com SageMaker  o SageMaker Clarify — O Clarify fornece 
informações sobre como seus modelos de visão computacional classificam as imagens.

• Explicando os modelos de detecção de objetos com SageMaker  o SageMaker Clarify — O Clarify 
fornece informações sobre como seus modelos de visão computacional detectam objetos.

Este notebook foi verificado para ser executado somente no Amazon SageMaker Studio. Se você 
precisar de instruções sobre como abrir um notebook no Amazon SageMaker Studio, consulteCrie 
ou abra um notebook Amazon SageMaker Studio Classic. Caso seja solicitado que você escolha um 
kernel, escolha Python 3 (Data Science).

Tópicos

• Atributos de recursos que usam valores de Shapley

• Linhas de base do SHAP para explicabilidade

Atributos de recursos que usam valores de Shapley

SageMaker O Clarify fornece atribuições de recursos com base no conceito de valor de Shapley. 
Você pode usar os valores de Shapley para determinar a contribuição de cada recurso para as 
previsões do modelo. Essas atribuições podem ser fornecidas para previsões específicas e em 
nível global para o modelo como um todo. Por exemplo, se você usou um modelo de ML para 
admissões em faculdades, as explicações poderiam ajudar a determinar se a pontuação do GPA ou 
do SAT foi o recurso mais responsável pelas previsões do modelo e, então, você pode determinar a 
responsabilidade de cada recurso por determinar uma decisão de admissão sobre um determinado 
estudante.

SageMaker A Clarify pegou o conceito dos valores de Shapley da teoria dos jogos e o implantou em 
um contexto de aprendizado de máquina. O valor de Shapley fornece uma maneira de quantificar 
a contribuição de cada jogador para um jogo e, portanto, os meios de distribuir o ganho total 

Explicabilidade do modelo 5723

https://sagemaker-examples.readthedocs.io/en/latest/sagemaker-clarify/index.html#sagemaker-clarify-processing
https://github.com/aws/amazon-sagemaker-examples/blob/master/sagemaker-clarify/computer_vision/image_classification/explainability_image_classification.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-clarify/computer_vision/object_detection/object_detection_clarify.ipynb
https://en.wikipedia.org/wiki/Shapley_value


Amazon SageMaker Guia do Desenvolvedor

gerado por um jogo para seus jogadores baseado em suas contribuições. Nesse contexto de 
aprendizado de máquina, o SageMaker Clarify trata a previsão do modelo em uma determinada 
instância como o jogo e os recursos incluídos no modelo como os jogadores. Para uma primeira 
aproximação, você pode ficar tentado a determinar a contribuição ou o efeito marginal de cada 
recurso quantificando o resultado do descarte desse recurso do modelo ou o descarte de todos 
os outros recursos do modelo. No entanto, essa abordagem não leva em conta que os recursos 
incluídos em um modelo geralmente não são independentes uns dos outros. Por exemplo, se dois 
recursos estiverem altamente correlacionados, o descarte de qualquer um dos recursos pode não 
alterar significativamente a previsão do modelo.

Para lidar com essas possíveis dependências, o valor de Shapley exige que o resultado de cada 
combinação (ou coalizão) possível de recursos seja considerado para determinar a importância de 
cada recurso. Dados os recursos de d, existem 2d dessas combinações de características possíveis, 
cada uma correspondendo a um modelo potencial. Para determinar a atribuição de um determinado 
recurso f, considere a contribuição marginal de incluir f em todas as combinações de recursos (e 
modelos associados) que não contêm f e calcule a média. Pode-se mostrar que o valor de Shapley 
é a maneira única de atribuir a contribuição ou importância de cada característica que satisfaz certas 
propriedades desejáveis. Em particular, a soma dos valores de Shapley de cada característica 
corresponde à diferença entre as previsões do modelo e um modelo fictício sem recursos. No 
entanto, mesmo para valores razoáveis de d, digamos 50 recursos, é computacionalmente proibitivo 
e impraticável treinar 2d modelos possíveis. Como resultado, o SageMaker Clarify precisa fazer 
uso de várias técnicas de aproximação. Para isso, a SageMaker Clarify usa Shapley Additive 
Explanations (SHAP), que incorpora essas aproximações e desenvolveu uma implementação 
escalável e eficiente do algoritmo Kernel SHAP por meio de otimizações adicionais.

Para obter informações adicionais sobre os valores de Shapley, consulte A Unified Approach to 
Interpreting Model Predictions (Uma abordagem unificada para interpretar as previsões do modelo).

Linhas de base do SHAP para explicabilidade

As explicações são tipicamente contrastivas (ou seja, elas explicam os desvios de uma linha de 
base). Como resultado, para a mesma previsão do modelo, você pode esperar obter explicações 
diferentes com relação a diferentes linhas de base. Portanto, sua escolha de uma linha de base é 
crucial. Em um contexto de ML, a linha de base corresponde a uma instância hipotética que pode 
ser não informativa ou informativa. Durante o cálculo dos valores de Shapley, o SageMaker Clarify 
gera várias novas instâncias entre a linha de base e a instância especificada, nas quais a ausência 
de um recurso é modelada definindo o valor do recurso como aquele da linha de base e a presença 
de um recurso é modelada definindo o valor do recurso como aquele da instância específica. Assim, 
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a ausência de todos os recursos corresponde à linha de base e a presença de todos os recuros 
corresponde à instância dada.

Como você pode escolher boas linhas de base? Frequentemente, é desejável selecionar uma linha 
de base com conteúdo de informação muito baixo. Por exemplo, você pode criar uma instância 
média a partir do conjunto de dados de treinamento usando a mediana ou a média para recursos 
numéricos e o modo para recursos categóricos. Para o exemplo de admissões em faculdades, talvez 
você esteja interessado em explicar por que um determinado candidato foi aceito em comparação 
com as aceitações das linhas de base baseado em um candidato médio. Se não for fornecida, uma 
linha de base é calculada automaticamente pelo SageMaker Clarify usando K-means ou K-protótipos 
no conjunto de dados de entrada.

Você também pode optar por gerar explicações com relação às linhas de base informativas. Para o 
cenário de admissão em faculdades, talvez você queira explicar por que um determinado candidato 
foi rejeitado em comparação com outros candidatos de origens demográficas semelhantes. Nesse 
caso, você pode escolher uma linha de base que represente os candidatos de interesse, ou 
seja, aqueles com antecedentes demográficos semelhantes. Assim, você pode usar linhas de 
base informativas para concentrar a análise nos aspectos específicos da previsão de um modelo 
específico. Você pode isolar os recursos para avaliação ao definir atributos demográficos e outros 
recursos sobre os quais você não pode agir com o mesmo valor de uma determinada instância.

Use a explicabilidade do SageMaker Clarify com o piloto 
automático SageMaker

O Autopilot usa ferramentas fornecidas pelo Amazon SageMaker Clarify para ajudar a fornecer 
informações sobre como os modelos de aprendizado de máquina (ML) fazem previsões. Essas 
ferramentas podem ajudar engenheiros de ML, gerentes de produto e outras partes interessadas 
internas a entender as características do modelo. Para confiar e interpretar as decisões tomadas 
com base nas previsões do modelo, tanto os consumidores quanto os reguladores confiam na 
transparência do aprendizado de máquina para garantir a ordem.

A funcionalidade explicativa do Autopilot usa uma abordagem de atributo de recursos independente 
do modelo. Essa abordagem determina a contribuição de recursos ou entradas individuais para a 
saída do modelo, fornecendo insights sobre a relevância de diferentes recursos. Você pode usar 
isso para entender por que um modelo fez uma previsão após o treinamento ou para fornecer uma 
explicação por instância durante a inferência. A implementação inclui uma implementação escalável 
do SHAP (Shapley Additive Explanations). Essa implementação é baseada no conceito de um valor 
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de Shapley da teoria dos jogos cooperativos, que atribui a cada recurso um valor de importância para 
uma previsão específica.

Você pode usar as explicações do SHAP para o seguinte: auditar e atender aos requisitos 
regulatórios, criar confiança no modelo, apoiar a tomada de decisões humanas ou depurar e 
melhorar o desempenho do modelo.

Para obter informações adicionais sobre valores e linhas de base do Shapley, consulte Linhas de 
base do SHAP para explicabilidade.

Para obter um guia sobre a documentação do Amazon SageMaker Clarify, consulte Guide to the 
SageMaker Clarify Documentation.
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Use a governança para documentar e monitorar a 
performance do modelo
A governança de modelos é uma estrutura que fornece visibilidade sistemática do desenvolvimento, 
validação e uso de modelos de machine learning (ML). SageMaker A Amazon fornece ferramentas 
específicas de governança de ML para gerenciar controle, acesso, rastreamento de atividades e 
relatórios em todo o ciclo de vida do ML.

Gerencie permissões com privilégios mínimos para profissionais de ML usando o Amazon 
SageMaker Role Manager, crie documentação detalhada do modelo usando Amazon Model Cards e 
ganhe visibilidade de seus modelos com painéis centralizados usando o Amazon SageMaker Model 
Dashboard. SageMaker

Gerente de SageMaker funções da Amazon
Com o Amazon SageMaker Role Manager, os administradores podem definir permissões de usuário 
com permissões de privilégio mínimo para atividades comuns de aprendizado de máquina. Use o 
Amazon SageMaker Role Manager para criar e gerenciar funções do IAM baseadas em personas 
específicas para suas necessidades comerciais.

Para ter mais informações, consulte Gerente de SageMaker funções da Amazon.

Cartões SageMaker modelo Amazon
Use os Amazon SageMaker Model Cards para documentar, recuperar e compartilhar informações 
essenciais do modelo, desde a concepção até a implantação. Com os cartões de modelo, gerentes 
de riscos do modelo, cientistas de dados e engenheiros de ML podem criar um registro imutável 
dos usos pretendidos do modelo, classificações de risco, detalhes do treinamento, resultados da 
avaliação e muito mais.

Para ter mais informações, consulte Cartões SageMaker modelo Amazon.

Painel de SageMaker modelos da Amazon
O Amazon SageMaker Model Dashboard é uma visão geral visual pré-criada de todos os modelos 
em sua conta. SageMaker O Model Dashboard integra informações valiosas do Amazon SageMaker 
Model Monitor, Transform Jobs, Endpoints, ML Lineage Tracking e Amazon CloudWatch para que 
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você possa acessar informações de alto nível do modelo e acompanhar o desempenho do modelo 
em uma visão unificada.

Para ter mais informações, consulte Painel de SageMaker modelos da Amazon.

Cartões SageMaker modelo Amazon

Use os Amazon SageMaker Model Cards para documentar detalhes críticos sobre seus modelos 
de aprendizado de máquina (ML) em um único local para simplificar a governança e a geração de 
relatórios.

Detalhes do catálogo, como o uso pretendido e a classificação de risco de um modelo, detalhes e 
métricas de treinamento, resultados e observações da avaliação e explicações adicionais, como 
considerações, recomendações e informações personalizadas. Ao criar cartões de modelo, você 
pode fazer o seguinte:

• Fornecer orientação sobre como um modelo deve ser usado.

• Dar suporte a atividades de auditoria com descrições detalhadas do treinamento e performance do 
modelo.

• Comunique como um modelo se destina a apoiar as metas de negócios.

Os cartões de modelo fornecem orientação prescritiva sobre quais informações documentar e 
incluem campos para informações personalizadas. Após criar um modelo de cartão, você pode 
exportá-lo para um PDF ou baixá-lo para compartilhar com as partes interessadas relevantes. 
Qualquer edição que não seja uma atualização do status da aprovação feita em um cartão de 
modelo resultará em versões adicionais do cartão de modelo para ter um registro imutável das 
alterações do modelo.

Tópicos

• Pré-requisitos

• Usos pretendidos de um modelo

• Classificações de risco

• Esquema JSON de cartões de modelo

• Criar um cartão de modelo

• Gerenciar cartões de modelo

• Suporte entre contas para Amazon SageMaker Model Cards
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• Use placas de modelo por meio de APIs de baixo nível

• Perguntas frequentes sobre os cartões de modelo

Pré-requisitos

Para começar a usar os cartões SageMaker modelo da Amazon, você deve ter permissão para criar, 
editar, visualizar e exportar cartões modelo.

Usos pretendidos de um modelo

Especificar os usos pretendidos de um modelo ajuda a garantir que os desenvolvedores e 
usuários do modelo tenham as informações necessárias para treinar ou implantar o modelo com 
responsabilidade. Os usos pretendidos de um modelo devem descrever os cenários nos quais o 
modelo é apropriado para uso, bem como os cenários nos quais o modelo não é recomendado.

Recomendamos incluir:

• O propósito geral do modelo

• Casos de uso para os quais o modelo foi destinado

• Casos de uso para os quais o modelo não foi projetado

• Suposições feitas ao desenvolver o modelo

Os usos pretendidos de um modelo vão além dos detalhes técnicos e descrevem como um modelo 
deve ser usado na produção, os cenários nos quais é apropriado usar um modelo e considerações 
adicionais, como o tipo de dados a ser usado com o modelo ou quaisquer suposições feitas durante 
o desenvolvimento.

Classificações de risco

Os desenvolvedores criam modelos de ML para casos de uso com níveis variados de risco. Por 
exemplo, um modelo que aprova pedidos de empréstimo pode ser um modelo de maior risco do que 
aquele que detecta a categoria de um e-mail. Dados os diversos perfis de risco de um modelo, os 
cartões de modelo fornecem um campo para você categorizar a classificação de risco de um modelo.

Essa classificação de risco pode ser unknown, low, medium ou high. Use esses campos de 
classificação de risco para rotular modelos desconhecidos, de baixo, médio ou alto risco e ajudar sua 
organização a cumprir todas as regras existentes sobre a colocação de determinados modelos em 
produção.
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Esquema JSON de cartões de modelo

Os detalhes da avaliação de um cartão de modelo devem ser fornecidos no formato JSON. Se 
você já tiver relatórios de avaliação no formato JSON gerados pelo SageMaker Clarify ou pelo
SageMaker Model Monitor, faça o upload deles para o Amazon S3 e forneça um URI do S3 para 
analisar automaticamente as métricas de avaliação. Para obter mais informações e exemplos de 
relatórios, consulte a pasta de métricas de exemplo no caderno de exemplos de Amazon SageMaker 
Model Governance - Model Cards.

Ao criar um cartão modelo usando o SDK do SageMaker Python, o conteúdo do modelo deve estar 
no esquema JSON do cartão modelo e ser fornecido como uma string. Forneça conteúdo de modelo 
semelhante ao seguinte exemplo.

Arquivo de amostra do esquema JSON do cartão de modelo

{ 
  "$schema": "http://json-schema.org/draft-07/schema#", 
  "$id": "http://json-schema.org/draft-07/schema#", 
  "title": "SageMakerModelCardSchema", 
  "description": "Default model card schema", 
  "version": "0.1.0", 
  "type": "object", 
  "additionalProperties": false, 
  "properties": { 
    "model_overview": { 
      "description": "Overview about the model", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "model_description": { 
          "description": "description of model", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_owner": { 
          "description": "Owner of model", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_creator": { 
          "description": "Creator of model", 
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          "type": "string", 
          "maxLength": 1024 
        }, 
        "problem_type": { 
          "description": "Problem being solved with the model", 
          "type": "string" 
        }, 
        "algorithm_type": { 
          "description": "Algorithm used to solve the problem", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_id": { 
          "description": "SageMaker Model Arn or Non SageMaker Model id", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_artifact": { 
          "description": "Location of the model artifact", 
          "type": "array", 
          "maxContains": 15, 
          "items": { 
            "type": "string", 
            "maxLength": 1024 
          } 
        }, 
        "model_name": { 
          "description": "Name of the model", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_version": { 
          "description": "Version of the model", 
          "type": "number", 
          "minimum": 1 
        }, 
        "inference_environment": { 
          "description": "Overview about the inference", 
          "type": "object", 
          "additionalProperties": false, 
          "properties": { 
            "container_image": { 
              "description": "SageMaker inference image uri", 
              "type": "array", 
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              "maxContains": 15, 
              "items": { 
                "type": "string", 
                "maxLength": 1024 
              } 
            } 
          } 
        } 
      } 
    }, 
    "model_package_details": { 
      "description": "Metadata information related to model package version", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "model_package_description": { 
          "description": "A brief summary of the model package", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_package_arn": { 
          "description": "The Amazon Resource Name (ARN) of the model package", 
          "type": "string", 
          "minLength": 1, 
          "maxLength": 2048 
        }, 
        "created_by": { 
          "description": "Information about the user who created model package.", 
          "type": "object", 
          "additionalProperties": false, 
          "properties": { 
            "user_profile_name": { 
              "description": "The name of the user's profile in SageMaker Studio", 
              "type": "string", 
              "maxLength": 63 
            } 
          } 
        }, 
        "model_package_status": { 
          "description": "Current status of model package", 
          "type": "string", 
          "enum": [ 
            "Pending", 
            "InProgress", 

Esquema JSON de cartões de modelo 5732



Amazon SageMaker Guia do Desenvolvedor

            "Completed", 
            "Failed", 
            "Deleting" 
          ] 
        }, 
        "model_approval_status": { 
          "description": "Current approval status of model package", 
          "type": "string", 
          "enum": [ 
            "Approved", 
            "Rejected", 
            "PendingManualApproval" 
          ] 
        }, 
        "approval_description": { 
          "description": "A description provided for the model approval", 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "model_package_group_name": { 
          "description": "If the model is a versioned model, the name of the model 
 group that the versioned model belongs to.", 
          "type": "string", 
          "minLength": 1, 
          "maxLength": 63 
        }, 
        "model_package_name": { 
          "description": "Name of the model package", 
          "type": "string", 
          "minLength": 1, 
          "maxLength": 63 
        }, 
        "model_package_version": { 
          "description": "Version of the model package", 
          "type": "number", 
          "minimum": 1 
        }, 
        "domain": { 
          "description": "The machine learning domain of the model package you 
 specified. Common machine learning domains include computer vision and natural 
 language processing.", 
          "type": "string" 
        }, 
        "task": { 
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          "description": "The machine learning task you specified that your model 
 package accomplishes. Common machine learning tasks include object detection and image 
 classification.", 
          "type": "string" 
        }, 
        "source_algorithms": { 
          "description": "A list of algorithms that were used to create a model 
 package.", 
          "$ref": "#/definitions/source_algorithms" 
        }, 
        "inference_specification": { 
          "description": "Details about inference jobs that can be run with models 
 based on this model package.", 
          "$ref": "#/definitions/inference_specification" 
        } 
      } 
    }, 
    "intended_uses": { 
      "description": "Intended usage of model", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "purpose_of_model": { 
          "description": "Why the model was developed?", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "intended_uses": { 
          "description": "intended use cases", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "factors_affecting_model_efficiency": { 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "risk_rating": { 
          "description": "Risk rating for model card", 
          "$ref": "#/definitions/risk_rating" 
        }, 
        "explanations_for_risk_rating": { 
          "type": "string", 
          "maxLength": 2048 
        } 
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      } 
    }, 
    "business_details": { 
      "description": "Business details of model", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "business_problem": { 
          "description": "What business problem does the model solve?", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "business_stakeholders": { 
          "description": "Business stakeholders", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "line_of_business": { 
          "type": "string", 
          "maxLength": 2048 
        } 
      } 
    }, 
    "training_details": { 
      "description": "Overview about the training", 
      "type": "object", 
      "additionalProperties": false, 
      "properties": { 
        "objective_function": { 
          "description": "the objective function the model will optimize for", 
          "function": { 
            "$ref": "#/definitions/objective_function" 
          }, 
          "notes": { 
            "type": "string", 
            "maxLength": 1024 
          } 
        }, 
        "training_observations": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "training_job_details": { 
          "type": "object", 
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          "additionalProperties": false, 
          "properties": { 
            "training_arn": { 
              "description": "SageMaker Training job arn", 
              "type": "string", 
              "maxLength": 1024 
            }, 
            "training_datasets": { 
              "description": "Location of the model datasets", 
              "type": "array", 
              "maxContains": 15, 
              "items": { 
                "type": "string", 
                "maxLength": 1024 
              } 
            }, 
            "training_environment": { 
              "type": "object", 
              "additionalProperties": false, 
              "properties": { 
                "container_image": { 
                  "description": "SageMaker training image uri", 
                  "type": "array", 
                  "maxContains": 15, 
                  "items": { 
                    "type": "string", 
                    "maxLength": 1024 
                  } 
                } 
              } 
            }, 
            "training_metrics": { 
              "type": "array", 
              "items": { 
                "maxItems": 50, 
                "$ref": "#/definitions/training_metric" 
              } 
            }, 
            "user_provided_training_metrics": { 
              "type": "array", 
              "items": { 
                "maxItems": 50, 
                "$ref": "#/definitions/training_metric" 
              } 
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            }, 
            "hyper_parameters": { 
              "type": "array", 
              "items": { 
                "maxItems": 100, 
                "$ref": "#/definitions/training_hyper_parameter" 
              } 
            }, 
            "user_provided_hyper_parameters": { 
              "type": "array", 
              "items": { 
                "maxItems": 100, 
                "$ref": "#/definitions/training_hyper_parameter" 
              } 
            } 
          } 
        } 
      } 
    }, 
    "evaluation_details": { 
      "type": "array", 
      "default": [], 
      "items": { 
        "type": "object", 
        "required": [ 
          "name" 
        ], 
        "additionalProperties": false, 
        "properties": { 
          "name": { 
            "type": "string", 
            "pattern": ".{1,63}" 
          }, 
          "evaluation_observation": { 
            "type": "string", 
            "maxLength": 2096 
          }, 
          "evaluation_job_arn": { 
            "type": "string", 
            "maxLength": 256 
          }, 
          "datasets": { 
            "type": "array", 
            "items": { 
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              "type": "string", 
              "maxLength": 1024 
            }, 
            "maxItems": 10 
          }, 
          "metadata": { 
            "description": "additional attributes associated with the evaluation 
 results", 
            "type": "object", 
            "additionalProperties": { 
              "type": "string", 
              "maxLength": 1024 
            } 
          }, 
          "metric_groups": { 
            "type": "array", 
            "default": [], 
            "items": { 
              "type": "object", 
              "required": [ 
                "name", 
                "metric_data" 
              ], 
              "properties": { 
                "name": { 
                  "type": "string", 
                  "pattern": ".{1,63}" 
                }, 
                "metric_data": { 
                  "type": "array", 
                  "items": { 
                    "anyOf": [ 
                      { 
                        "$ref": "#/definitions/simple_metric" 
                      }, 
                      { 
                        "$ref": "#/definitions/linear_graph_metric" 
                      }, 
                      { 
                        "$ref": "#/definitions/bar_chart_metric" 
                      }, 
                      { 
                        "$ref": "#/definitions/matrix_metric" 
                      } 
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                    ] 

                  } 
                } 
              } 
            } 
          } 
        } 
      } 
    }, 
    "additional_information": { 
      "additionalProperties": false, 
      "type": "object", 
      "properties": { 
        "ethical_considerations": { 
          "description": "Any ethical considerations that the author wants to provide", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "caveats_and_recommendations": { 
          "description": "Caveats and recommendations for people who might use this 
 model in their applications.", 
          "type": "string", 
          "maxLength": 2048 
        }, 
        "custom_details": { 
          "type": "object", 
          "additionalProperties": { 
            "$ref": "#/definitions/custom_property" 
          } 
        } 
      } 
    } 
  }, 
  "definitions": { 
    "source_algorithms": { 
      "type": "array", 
      "minContains": 1, 
      "maxContains": 1, 
      "items": { 
        "type": "object", 
        "additionalProperties": false, 
        "required": [ 
          "algorithm_name" 
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        ], 
        "properties": { 
          "algorithm_name": { 
            "description": "The name of an algorithm that was used to create the model 
 package. The algorithm must be either an algorithm resource in your SageMaker account 
 or an algorithm in AWS Marketplace that you are subscribed to.", 
            "type": "string", 
            "maxLength": 170 
          }, 
          "model_data_url": { 
            "description": "The Amazon S3 path where the model artifacts, which result 
 from model training, are stored.", 
            "type": "string", 
            "maxLength": 1024 
          } 
        } 
      } 
    }, 
    "inference_specification": { 
      "type": "object", 
      "additionalProperties": false, 
      "required": [ 
        "containers" 
      ], 
      "properties": { 
        "containers": { 
          "description": "Contains inference related information which were used to 
 create model package.", 
          "type": "array", 
          "minContains": 1, 
          "maxContains": 15, 
          "items": { 
            "type": "object", 
            "additionalProperties": false, 
            "required": [ 
              "image" 
            ], 
            "properties": { 
              "model_data_url": { 
                "description": "The Amazon S3 path where the model artifacts, which 
 result from model training, are stored.", 
                "type": "string", 
                "maxLength": 1024 
              }, 
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              "image": { 
                "description": "Inference environment path. The Amazon EC2 Container 
 Registry (Amazon ECR) path where inference code is stored.", 
                "type": "string", 
                "maxLength": 255 
              }, 
              "nearest_model_name": { 
                "description": "The name of a pre-trained machine learning benchmarked 
 by Amazon SageMaker Inference Recommender model that matches your model.", 
                "type": "string" 
              } 
            } 
          } 
        } 
      } 
    }, 
    "risk_rating": { 
      "description": "Risk rating of model", 
      "type": "string", 
      "enum": [ 
        "High", 
        "Medium", 
        "Low", 
        "Unknown" 
      ] 
    }, 
    "custom_property": { 
      "description": "Additional property in section", 
      "type": "string", 
      "maxLength": 1024 
    }, 
    "objective_function": { 
      "description": "objective function that training job is optimized for", 
      "additionalProperties": false, 
      "properties": { 
        "function": { 
          "type": "string", 
          "enum": [ 
            "Maximize", 
            "Minimize" 
          ] 
        }, 
        "facet": { 
          "type": "string", 
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          "maxLength": 63 
        }, 
        "condition": { 
          "type": "string", 
          "maxLength": 63 
        } 
      } 
    }, 
    "training_metric": { 
      "description": "training metric data", 
      "type": "object", 
      "required": [ 
        "name", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "value": { 
          "type": "number" 
        } 
      } 
    }, 
    "training_hyper_parameter": { 
      "description": "training hyper parameter", 
      "type": "object", 
      "required": [ 
        "name", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "value": { 

Esquema JSON de cartões de modelo 5742



Amazon SageMaker Guia do Desenvolvedor

          "type": "string", 
          "pattern": ".{1,255}" 
        } 
      } 
    }, 
    "linear_graph_metric": { 
      "type": "object", 
      "required": [ 
        "name", 
        "type", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "type": { 
          "type": "string", 
          "enum": [ 
            "linear_graph" 
          ] 
        }, 
        "value": { 
          "anyOf": [ 
            { 
              "type": "array", 
              "items": { 
                "type": "array", 
                "items": { 
                  "type": "number" 
                }, 
                "minItems": 2, 
                "maxItems": 2 
              }, 
              "minItems": 1 
            } 
          ] 
        }, 
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        "x_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        }, 
        "y_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        } 
      } 
    }, 
    "bar_chart_metric": { 
      "type": "object", 
      "required": [ 
        "name", 
        "type", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "type": { 
          "type": "string", 
          "enum": [ 
            "bar_chart" 
          ] 
        }, 
        "value": { 
          "anyOf": [ 
            { 
              "type": "array", 
              "items": { 
                "type": "number" 
              }, 
              "minItems": 1 
            } 
          ] 
        }, 
        "x_axis_name": { 
          "$ref": "#/definitions/axis_name_array" 
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        }, 
        "y_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        } 
      } 
    }, 
    "matrix_metric": { 
      "type": "object", 
      "required": [ 
        "name", 
        "type", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "type": { 
          "type": "string", 
          "enum": [ 
            "matrix" 
          ] 
        }, 
        "value": { 
          "anyOf": [ 
            { 
              "type": "array", 
              "items": { 
                "type": "array", 
                "items": { 
                  "type": "number" 
                }, 
                "minItems": 1, 
                "maxItems": 20 
              }, 
              "minItems": 1, 
              "maxItems": 20 
            } 
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          ] 
        }, 
        "x_axis_name": { 
          "$ref": "#/definitions/axis_name_array" 
        }, 
        "y_axis_name": { 
          "$ref": "#/definitions/axis_name_array" 
        } 
      } 
    }, 
    "simple_metric": { 
      "description": "metric data", 
      "type": "object", 
      "required": [ 
        "name", 
        "type", 
        "value" 
      ], 
      "additionalProperties": false, 
      "properties": { 
        "name": { 
          "type": "string", 
          "pattern": ".{1,255}" 
        }, 
        "notes": { 
          "type": "string", 
          "maxLength": 1024 
        }, 
        "type": { 
          "type": "string", 
          "enum": [ 
            "number", 
            "string", 
            "boolean" 
          ] 
        }, 
        "value": { 
          "anyOf": [ 
            { 
              "type": "number" 
            }, 
            { 
              "type": "string", 
              "maxLength": 63 
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            }, 
            { 
              "type": "boolean" 
            } 
          ] 
        }, 
        "x_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        }, 
        "y_axis_name": { 
          "$ref": "#/definitions/axis_name_string" 
        } 
      } 
    }, 
    "axis_name_array": { 
      "type": "array", 
      "items": { 
        "type": "string", 
        "maxLength": 63 
      } 
    }, 
    "axis_name_string": { 
      "type": "string", 
      "maxLength": 63 
    } 
  }
}                 
               

Criar um cartão de modelo

Você pode criar um Amazon SageMaker Model Card usando o SageMaker console ou o SageMaker 
Python SDK. Também é possível usar as operações da API diretamente. Para obter mais 
informações sobre as operações de API, consulte Use placas de modelo por meio de APIs de baixo 
nível.

Crie uma placa modelo usando o SageMaker console

Acesse o SageMaker console da Amazon. No painel de navegação, em Governança, escolha
Cartões de modelo. No canto superior direito, escolha Criar cartão de modelo.

Siga as quatro etapas na solicitação Criar cartão de modelo para documentar detalhes sobre seu 
modelo.

Criar um cartão de modelo 5747



Amazon SageMaker Guia do Desenvolvedor

Etapa 1: insira os detalhes do modelo e o uso pretendido

Se seu modelo for um recurso da AWS, especifique o nome exato do modelo nesse campo para 
preencher automaticamente os detalhes do modelo. Para pesquisar nomes de modelos existentes, 
consulte Modelos no SageMaker console da Amazon. Cada nome de modelo exclusivo pode ter 
somente um cartão de modelo associada.

Se seu modelo não for um recurso da AWS, forneça um nome exclusivo para seu modelo. Para 
adicionar um modelo como AWS recurso, consulte Criar um modelo no Amazon SageMaker 
Developer Guide. Como alternativa, você pode adicionar seu modelo como um pacote de modelos 
usando o SageMakerMarketplace ou o SageMaker Model Registry.

Para obter mais informações sobre os usos pretendidos, consulte Usos pretendidos de um modelo. 
Para obter mais informações sobre classificações de risco, consulte Classificações de risco.

Etapa 2: Inserir detalhes do treinamento

Adicione os detalhes de treinamento, observações de treinamento, conjuntos de dados, 
hiperparâmetros e detalhes sobre a função objetiva do modelo ao cartão de modelo.

A função objetiva em um cartão de modelo pode ser qualquer função otimizada durante o 
treinamento. Isso pode incluir, mas não está limitado a, funções de custo, funções de perda ou 
métricas objetivas. Nesta seção, documente a função objetiva que é mais crítica para treinar seu 
modelo.

Recomendamos que você catalogue os seguintes atributos da sua função objetiva:

• Direção da otimização

• Métrica

• Descrição

Por exemplo, você pode minimizar (direção de otimização) a perda de entropia cruzada (métrica) 
para um problema de classificação binária (descrição) ou maximizar a probabilidade de regressão 
logística. Além disso, você pode fornecer notas sobre por que escolheu essa função objetiva em vez 
de outras.
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Etapa 3: Inserir detalhes da avaliação

Se você tiver relatórios de avaliação existentes gerados pelo SageMaker Clarify ou pelo Model 
Monitor, forneça um URI do S3 para esses relatórios ou carregue-os manualmente para adicioná-los 
ao cartão modelo.

Para obter mais informações sobre o SageMaker Clarify, consulte Executar trabalhos de 
processamento do SageMaker Clarify para análise de viés e explicabilidade.

Para obter mais informações sobre como monitorar o desvio nas métricas de qualidade do modelo 
usando o Model Monitor, consulte Monitorar a qualidade do modelo.

Para adicionar seu próprio relatório de avaliação, escolha Avaliação do cartão de modelo genérico. 
Todos os relatórios de avaliação do cartão de modelo devem estar no Esquema JSON de cartões de 
modelo.

Etapa 4: Inserir detalhes adicionais

Adicione campos personalizados de detalhes do cartão de modelo para qualquer informação 
adicional que você queira abordar no seu cartão de modelo. Por exemplo, você pode incluir o campo 
personalizado Linha de negócios com um valor de Finanças pessoais.

Salvar modelo de cartão

Após revisar as informações em seu cartão de modelo, escolha Salvar no canto inferior direito para 
salvar seu cartão de modelo.

Crie um cartão modelo usando o SDK do SageMaker Python

Antes de criar um cartão de modelo, você deve primeiro definir o conteúdo do seu cartão de modelo. 
Ao usar o SDK do SageMaker Python, o conteúdo do modelo consiste em uma visão geral do 
modelo, detalhes do treinamento, usos pretendidos, detalhes da avaliação e informações adicionais.

Você pode criar cartões de modelo para:

• Modelos hospedados em SageMaker

• Pacotes de modelos (modelos) dentro do Registro de SageMaker Modelos

• Modelos hospedados ou registrados fora do SageMaker

Você também pode criar cartões de modelo sem associar nenhum modelo a eles.
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Recomendamos adicionar os modelos que você treinou ao Registro de SageMaker modelos. O 
registro do modelo ajuda você a catalogar modelos e rastrear versões de modelos. Quando você 
cria um cartão de modelo, as informações sobre o modelo do registro do modelo preenchem 
automaticamente o cartão de modelo. Você pode editar o cartão de modelo ou adicionar informações 
a ele após criá-lo.

Para obter mais informações sobre registro do modelo, consulte Registrar e implantar modelos com 
o Registro do modelo. Para obter informações sobre como criar um cartão de modelo a partir de um 
registro do modelo, consulte Crie um cartão de modelo para seu SageMaker modelo no Registro de 
modelos.

Note

Para usar cartões modelo com o SDK do SageMaker Python, primeiro você precisa 
estabelecer uma sessão. SageMaker Para obter mais informações, consulte Session na 
referência da SageMaker API Python SDK.

Para criar um cartão de modelo para modelos que não estão no Registro de SageMaker modelos, 
consulteCriar um modelo que não está no registro do modelo.

Criar um modelo que não está no registro do modelo

Use as informações nas seções a seguir para criar um cartão de modelo para um modelo que você 
não adicionou ao registro do modelo.

Etapa 1: Definir a visão geral do modelo

Defina uma visão geral do seu modelo.

model_overview = ModelOverview.from_model_name(
model_name=model_name,
sagemaker_session=sagemaker_session,
model_description="A-description-of-your-model",
problem_type="Problem-type", # For example, "Binary Classification"
algorithm_type="Algorithm-type", # For example, "Logistic Regression"
model_creator="Name-of-model-creator",
model_owner="Name-of-model-owner",
)
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Se seu modelo for um recurso da AWS, então as informações gerais, como o ARN do modelo, 
o URI do contêiner de inferência e o local no S3 dos artefatos do modelo, são recuperadas 
automaticamente. Imprima os metadados da AWS associados com os seguintes comandos:

print(model_overview.model_id)
print(model_overview.inference_environment.container_image)
print(model_overview.model_artifact)

Etapa 2: Definir detalhes do treinamento

Para definir os detalhes de treinamento do seu modelo, você deve primeiro definir sua função 
objetiva.

objective_function = ObjectiveFunction( 
    function=Function( 
        function=ObjectiveFunctionEnum.MINIMIZE, 
        facet=FacetEnum.LOSS, 
    ), 
    notes="An-explanation-about-objective-function",
)

Em seguida, você pode definir os detalhes do treinamento usando a visão geral do modelo, a sessão 
e a função objetiva existentes. Adicione todas as observações de treinamento aqui.

training_details = TrainingDetails.from_model_overview( 
    model_overview=model_overview, 
    sagemaker_session=sagemaker_session, 
    objective_function=objective_function, 
    training_observations="Model-training-observations",
)

Mais uma vez, se seu modelo for um recurso da AWS, certos detalhes do treinamento serão 
preenchidos automaticamente. Imprima o ARN do trabalho de treinamento, o URI do contêiner de 
treinamento e as métricas de treinamento com os seguintes comandos:

print(training_details.training_job_details.training_arn)
print(training_details.training_job_details.training_environment.container_image)  
print([{"name": i.name, "value": i.value} for i in 
 training_details.training_job_details.training_metrics]) 
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Definir detalhes da avaliação

Para definir os detalhes da avaliação do seu modelo, você deve primeiro definir um ou mais grupos 
de métricas para descrever as métricas usadas em qualquer tarefa de avaliação.

my_metric_group = MetricGroup(
name="binary classification metrics",
metric_data=[Metric(name="accuracy", type=MetricTypeEnum.NUMBER, value=0.5)]
)

Em seguida, você pode definir os detalhes da avaliação usando métricas de avaliação e os conjuntos 
de dados para cada trabalho de avaliação. Adicione todas as observações de avaliação aqui e dê um 
nome exclusivo ao seu trabalho de avaliação.

evaluation_details = [ 
    EvaluationJob( 
        name="Example-evaluation-job", 
        evaluation_observation="Evaluation-observations", 
        datasets=["s3://path/to/evaluation/data"], 
        metric_groups=[my_metric_group], 
    )
]

Se você tiver relatórios de avaliação existentes gerados pelo SageMakerClarify ou pelo SageMaker 
Model Monitor, faça o upload deles para o Amazon S3 e forneça um URI do S3 para analisar 
automaticamente as métricas de avaliação. Para adicionar seu próprio relatório genérico de 
avaliação do cartão de modelo, forneça um relatório no formato JSON dos resultados da avaliação.

report_type = "clarify_bias.json"
example_evaluation_job.add_metric_group_from_json( 
    f"example_metrics/{report_type}", EvaluationMetricTypeEnum.CLARIFY_BIAS
) 

Etapa 3: Definir usos pretendidos

Defina os usos pretendidos do modelo, incluindo o propósito geral do modelo e os casos de uso para 
os quais ele foi destinado. Também é recomendável incluir quaisquer fatores que possam afetar a 
eficácia desse modelo em um caso de uso específico e a classificação de risco do modelo da sua 
organização. Para obter mais informações, consulte Classificações de risco e Usos pretendidos de 
um modelo.
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intended_uses = IntendedUses(
purpose_of_model="Purpose-of-the-model",
intended_uses="The-intended-uses-of-this-model",
factors_affecting_model_efficiency="Any-factors-effecting-model-efficacy",
risk_rating=RiskRatingEnum.LOW,
explanations_for_risk_rating="Explanation-for-low-risk-rating",
)

Definir informações adicionais

Por fim, você pode adicionar informações personalizadas adicionais ao seu modelo de cartão. Você 
pode documentar quaisquer considerações éticas, advertências e recomendações sobre o modelo. 
Você também pode adicionar quaisquer detalhes personalizados na forma de pares chave-valor.

additional_information = AdditionalInformation(
ethical_considerations="Any-ethical-considerations",
caveats_and_recommendations="Any-caveats-and-recommendations",
custom_details={"custom details1": "details-value"},
)

Etapa 4: Criar cartão de modelo

Nomeie seu cartão modelo, defina um cartão modelo e use essa definição para criar um cartão 
modelo usando o SDK do SageMaker Python.

model_card_name = "my-model-card"
my_card = ModelCard( 
    name=model_card_name, 
    status=ModelCardStatusEnum.DRAFT, 
    model_overview=model_overview, 
    training_details=training_details, 
    intended_uses=intended_uses, 
    evaluation_details=evaluation_details, 
    additional_information=additional_information, 
    sagemaker_session=sagemaker_session,
)
my_card.create()
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Crie um cartão de modelo para seu SageMaker modelo no Registro de modelos

Antes de começar a criar um cartão de modelo, verifique se você criou um grupo de pacotes de 
modelos e um pacote de modelos. Para obter mais informações sobre o uso do registro do modelo, 
consulte Registrar e implantar modelos com o Registro do modelo.

Important

Você deve ter permissões para usar as operações no Registro de SageMaker Modelos. 
Recomendamos o uso de políticas AmazonSageMakerModelRegistryFullAccess
gerenciadas pela AWS. Para obter mais informações sobre a política gerenciada, consulte
Políticas gerenciadas pela AWS para registro de modelos.

Use o SDK do SageMaker Python para criar uma placa de modelo para um pacote de modelo no 
Registro de modelos. SageMaker Um pacote de modelos é um modelo que você treinou. Quando 
você cria um cartão modelo, o Amazon SageMaker Model Cards importa automaticamente os dados 
do pacote do modelo para o cartão modelo.

Quando você cria um cartão modelo para um pacote modelo, o Amazon SageMaker Model Card usa 
a DescribeModelPackageoperação para adicionar os dados do pacote modelo ao cartão modelo. 
Veja a seguir exemplos dos campos que podem ser importados de um pacote de modelo para um 
cartão de modelo:

• ModelDataUrl

• ModelPackageDescription

• ModelPackageGroupName

• ModelPackageStatus

• ModelPackageVersion

Use o código a seguir para definir o pacote de modelos e criar um cartão de modelo a partir dele:

mp_details = ModelPackage.from_model_package_arn( 
    model_package_arn="example_model_package_arn", 
    sagemaker_session=sagemaker_session,
)
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model_card_name = "example-model-card"
my_card = ModelCard( 
    name=model_card_name, 
    status=ModelCardStatusEnum.status, 
    model_package_details=mp_details, 
    sagemaker_session=sagemaker_session,
)
my_card.create() 
             

Para status, você está especificando o status da aprovação do modelo de cartão. Se você não 
especificar um status, os cartões de SageMaker modelo usarão o valor padrão deDRAFT. Se você 
não especificar uma SageMaker sessão, os SageMaker Model Cards usarão a SageMaker sessão 
padrão.

É necessário especificar um nome para o modelo e o nome do recurso da Amazon (ARN) do pacote 
de modelos. Para obter informações sobre como obter o Nome do recurso da Amazon (ARN) para o 
pacote de modelos, consulte Visualizar os detalhes de uma versão do modelo (Boto3).

O cartão de modelo que você criou a partir do pacote do modelo pode ter informações ausentes 
ou imprecisas. Você pode adicionar informações ao cartão de modelo ou editá-lo. Para obter mais 
informações sobre o gerenciamento de seus cartões de modelo, consulte Gerenciar cartões de 
modelo.

SageMaker O Model Registry suporta o controle de versão de seus pacotes de modelos. Você 
pode criar uma versão do pacote do modelo e criar um cartão de modelo para cada versão. As 
informações dos cartões de modelo das versões anteriores são transferidas para os cartões de 
modelo criados a partir das versões subsequentes. Por exemplo, você pode ter a versão 1, a versão 
2 e a versão 3 de um pacote de modelos. Suponha que você já tenha criado um cartão de modelo 
para a versão 1, mas não tenha criado um para a versão 2. Se você criar um cartão modelo para 
a versão 3, os Amazon SageMaker Model Cards transferirão automaticamente as informações do 
cartão modelo da versão 1 para o cartão modelo da versão 3.

Note

Você também pode criar cartões de modelo para pacotes de modelos que não usam 
versionamento. No entanto, a maioria dos fluxos de trabalho de machine learning envolve 
várias versões do mesmo modelo, por isso recomendamos fazer o seguinte:

1. Criar uma versão para cada pacote de modelos
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2. Criar um cartão de modelo para cada versão do pacote de modelos

Gerenciar cartões de modelo

Após criar um modelo de cartão, você pode gerenciá-lo. O gerenciamento dos cartões de modelo 
inclui as seguintes ações:

• Editar um cartão de modelo

• Excluir um cartão de modelo

• Exportação de um modelo de cartão para um PDF

Você pode gerenciar usando o SageMaker console da Amazon ou o SDK do SageMaker Python.

Gerenciar cartões de modelo usando o console

Use as informações nas seções a seguir para gerenciar seus modelos de cartões com o SageMaker 
console da Amazon.

Editar um cartão de modelo

Para editar um modelo de cartão, navegue até o modelo de cartão de sua escolha selecionando seu 
nome no console do Amazon SageMaker Model Card e escolha Editar.

Após salvar um cartão de modelo, não é possível editar o nome do cartão de modelo. Após salvar 
uma versão do cartão de modelo, você não pode atualizar essa versão do cartão de modelo. Todas 
as edições que você precisa fazer são salvas como uma versão subsequente para ter um registro 
imutável das alterações do modelo.

Para visualizar diferentes versões do cartão de modelo, escolha Ações, Selecionar versão e, em 
seguida, escolha a versão que você deseja visualizar.

Exportar um cartão de modelo

Siga estas etapas para exportar um modelo de cartão.

1. Acesse o console do Amazon SageMaker Model Card.

2. Escolha o nome do modelo de cartão que você quer exportar.
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3. Na visão geral do cartão de modelo, escolha Ações e depois Exportar PDF.

4. Insira um URI do S3 ou procure os buckets do S3 disponíveis para o PDF do seu modelo de 
cartão.

5. Se seu modelo de cartão for exportado com sucesso, você pode escolher Baixar PDF no banner 
resultante ou baixar seu PDF diretamente do Amazon S3.

Excluir um cartão de modelo

Siga estas etapas para excluir permanentemente uma ou mais cartas-modelo.

1. Acesse o console Amazon SageMaker Model Cards.

2. Escolha a caixa à esquerda do nome do(s) cartão(ões) que você deseja excluir.

3. Escolha Excluir no canto superior direito.

4. Confirme sua solicitação para excluir permanentemente um ou mais cartões.

Você também pode excluir um cartão de modelo ao visualizar a visão geral do cartão de modelo no 
console, escolhendo Ações e, em seguida, Excluir cartão de modelo.

Gerencie cartões de modelo usando o SDK do SageMaker Python

Use as informações nas seções a seguir para gerenciar seus cartões modelo com o SDK do Amazon 
SageMaker Python.

Use cartões de modelo por meio do SDK do SageMaker Python

Você pode criar um Amazon SageMaker Model Card programaticamente por meio do Python SDK 
SageMaker . Para obter mais informações, consulte Amazon SageMaker Model Cards na referência 
da SageMaker API Python SDK.

Editar um cartão de modelo

Você pode editar um cartão de modelo usando o método model_card.update(). A atualização de 
um cartão de modelo cria uma nova versão do cartão de modelo para ter um registro imutável das 
alterações do modelo. Você não pode atualizar o nome de um cartão de modelo.

my_card.model_overview.model_description = "updated-model-decription"
my_card.update()
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Exportar um cartão de modelo

Especifique um caminho de saída do S3 e exporte o PDF do cartão de modelo para ele com os 
seguintes comandos:

s3_output_path = f"s3://{bucket}/{prefix}/export"
pdf_s3_url = my_card.export_pdf(s3_output_path=s3_output_path).delete()

Excluir um cartão de modelo

Exclua permanentemente um cartão de modelo com o seguinte comando:

my_card.delete()

Cadernos de exemplo

Para obter mais informações sobre como trabalhar com cartões modelo por meio do SDK do 
SageMaker Python, consulte o caderno de  SageMaker exemplo Amazon Model Governance - Model 
Card.

Suporte entre contas para Amazon SageMaker Model Cards

Use o suporte entre contas nos Amazon SageMaker Model Cards para compartilhar modelos de 
cartões entre AWS contas. A conta na qual os cartões de modelo são criados é a conta do cartão de 
modelo. Os usuários na conta do cartão de modelo os compartilham com as contas compartilhadas. 
Os usuários em uma conta compartilhada podem atualizar os cartões de modelo ou criar PDFs 
deles.

Os usuários na conta do cartão de modelo compartilham seus cartões de modelo por meio do 
AWS Resource Access Manager (AWS RAM). AWS RAM ajuda você a compartilhar recursos entre 
contas da AWS. Para obter uma introdução a AWS RAM, consulte O que é AWS Resource Access 
Manager?

A seguir está o processo para compartilhar cartões de modelo:

1. Um usuário na conta do cartão de modelo configura o compartilhamento do modelo de cartão 
entre contas usando o AWS Resource Access Manager.

2. Se os cartões de modelo forem criptografados com chaves do AWS KMS, o usuário que estiver 
configurando o compartilhamento de modelos também deverá fornecer permissões do AWS KMS 
aos usuários da conta compartilhada.
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3. Um usuário na conta compartilhada aceita o convite para o compartilhamento de recursos.

4. Um usuário na conta compartilhada fornece aos outros usuários permissões para acessar os 
cartões de modelo.

Se você for um usuário da conta do cartão de modelo, consulte as seguintes seções:

• Configurar compartilhamento de cartão de modelo entre contas

• Configurar permissões do AWS KMS para a conta compartilhada

• Receba respostas para seu convite de compartilhamento de recursos

Se você for um usuário da conta compartilhada, consulte Configurar permissões do usuário do IAM 
para a conta compartilhada sobre como configurar permissões para si mesmo e para os outros 
usuários na conta.

Configurar compartilhamento de cartão de modelo entre contas

Use AWS Resource Access Manager (AWS RAM) para conceder aos usuários da sua conta da AWS 
acesso para visualizar ou atualizar modelos de cartões criados em uma conta da AWS diferente.

Para configurar o compartilhamento de cartões de modelo, você deve criar um compartilhamento de 
recursos. Um compartilhamento de recursos especifica:

• Os recursos que estão sendo compartilhados

• Quem ou o que tem acesso aos recursos

• Permissões gerenciadas para os recursos

Para obter mais informações sobre compartilhamentos de recursos, consulte Termos e conceitos 
para AWS RAM. Recomendamos dedicar algum tempo para entender o AWS RAM conceitualmente 
antes de passar pelo processo de criação de um compartilhamento de recursos.

Important

Você deve ter permissões para criar um compartilhamento de recursos. Para obter mais 
informações sobre permissões, consulte Como o IAM funciona com o AWS RAM.
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Para procedimentos para criar um compartilhamento de recursos e informações adicionais sobre 
eles, consulte Criar um compartilhamento de recursos.

Ao passar pelo procedimento de criação de um compartilhamento de recursos, você especifica
sagemaker:ModelCard como o tipo de recurso. Também é necessário especificar o Número do 
recurso da Amazon (ARN) da política baseada em recursos do AWS RAM. Você pode especificar a 
política padrão ou a política que tem permissões adicionais para criar um PDF do cartão de modelo.

Com a política padrão AWSRAMPermissionSageMakerModelCards baseada em recursos, os 
usuários na conta compartilhada têm permissões para realizar as seguintes operações:

• DescribeModelCard

• ListModelCardVersions

• UpdateModelCard

Com a política AWSRAMPermissionSageMakerModelCardsAllowExport baseada em recursos, 
os usuários na conta compartilhada têm permissões para realizar todas as ações anteriores. Eles 
também têm permissões para criar um trabalho de exportação de cartão de modelo e descrevê-lo por 
meio das seguintes operações:

• CreateModelCardExportJob

• DescribeModelCardExportJob

Os usuários na conta compartilhada podem criar um trabalho de exportação para gerar um PDF de 
um cartão de modelo. Eles também podem descrever um trabalho de exportação que foi criado para 
encontrar o URI do Amazon S3 do PDF.

Cartões de modelo e trabalhos de exportação são recursos. A conta do cartão de modelo é 
proprietária dos trabalhos de exportação criados por um usuário na conta compartilhada. Por 
exemplo, um usuário na conta A compartilha o cartão de modelo X com a conta compartilhada B. Um 
usuário na conta B cria o trabalho de exportação Y para o cartão de modelo X que armazena a saída 
em um local do Amazon S3 especificado pelo usuário na conta B. Embora a conta B tenha criado a 
tarefa de exportação Y, ela pertence à conta A.

Cada conta da AWS tem cotas de recursos. Para obter informações sobre cotas relacionadas a 
cartões modelo, consulte  SageMaker endpoints e cotas da Amazon.
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Configurar permissões do AWS KMS para a conta compartilhada

Se os cartões de modelo que você está compartilhando tiverem sido criptografados com chaves 
do AWS Key Management Service, você também precisará compartilhar o acesso às chaves com 
a conta compartilhada. Caso contrário, os usuários na conta compartilhada não poderá visualizar, 
atualizar ou exportar os cartões de modelo. Para uma visão geral do AWS KMS, consulte AWS Key 
Management Service.

Para fornecer permissões do AWS KMS aos usuários na conta compartilhada, atualize sua política 
de chaves com a seguinte declaração:

{ 
    "Effect": "Allow", 
    "Principal": { 
        "AWS": [ 
            "arn:aws:iam::shared-account-id::role/example-IAM-role" 
        ] 
    }, 
    "Action": [ 
        "kms:GenerateDataKey", 
        "kms:Decrypt", 
    ] 
    "Resource": "arn:aws:kms:AWS-Region-of-model-card-account:model-card-account-
id:key/AWS KMS-key-id" 
    "Condition": { 
        "Bool": {"kms:GrantIsForAWSResource": true }, 
        "StringEquals": { 
            "kms:ViaService": [ 
                "sagemaker.AWS-Region.amazonaws.com",  
                "s3.AWS-Region.amazonaws.com" 
            ], 
        }, 
        "StringLike": { 
          "kms:EncryptionContext:aws:sagemaker:model-card-arn": "arn:aws:sagemaker:AWS-
Region:model-card-account-id:model-card/model-card-name" 
        } 
    }     
}                 
             

Suporte a contas cruzadas 5761

https://docs.aws.amazon.com/kms/latest/developerguide/overview.html
https://docs.aws.amazon.com/kms/latest/developerguide/overview.html


Amazon SageMaker Guia do Desenvolvedor

A instrução anterior fornece aos usuários na conta compartilhada, as permissões kms:Decrypt e
kms:GenerateDataKey. Com kms:Decrypt, os usuários podem decifrar os cartões do modelo. 
Com kms:GenerateDataKey, os usuários podem criptografar os cartões de modelo que atualizam 
ou os PDFs que criam.

Receba respostas para seu convite de compartilhamento de recursos

Após criar um compartilhamento de recursos, as contas compartilhadas que você especificou no 
compartilhamento de recursos recebem um convite para participar dele. Elas devem aceitar o convite 
para acessar os recursos.

Para obter informações sobre como aceitar um convite de compartilhamento de recursos, consulte
Usar recursos da AWS compartilhados no Guia do Usuário do AWS Resource Access Manager.

Configurar permissões do usuário do IAM para a conta compartilhada

As informações a seguir pressupõem que você aceitou o convite de compartilhamento de recursos 
da conta do cartão de modelo. Para obter mais informações sobre como aceitar um convite de 
compartilhamento de recursos, consulte Usar recursos da AWS compartilhados.

Você e os outros usuários na sua conta usam um perfil do IAM para acessar os cartões de modelo 
compartilhados da conta do cartão de modelo. Use o modelo a seguir para alterar a política do perfil 
do IAM. Você pode modificar o modelo para seu próprio caso de uso.

{ 
     "Version": "2012-10-17", 
     "Statement": [ 
        { 
             "Effect": "Allow", 
             "Action": [ 
                 "sagemaker:DescribeModelCard", 
                 "sagemaker:UpdateModelCard", 
                 "sagemaker:CreateModelCardExportJob", 
                 "sagemaker:ListModelCardVersions", 
                 "sagemaker:DescribeModelCardExportJob" 
             ], 
             "Resource": [ 
                 "arn:aws:sagemaker:AWS-Region:AWS-model-card-account-id:model-
card/example-model-card-name-0", 
                 "arn:aws:sagemaker:AWS-Region:AWS-model-card-account-id:model-
card/example-model-card-name-1/*" 
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             ] 
        }, 
        {  
             "Effect": "Allow",  
             "Action": "s3:PutObject", 
             "Resource": "arn:aws:s3:::Amazon-S3-bucket-storing-the-pdf-of-the-model-
card/model-card-name/*" 
        } 
    ]
}               
             

Para acessar cartões de modelo criptografados usando o AWS KMS, você deve fornecer aos 
usuários da sua conta as seguintes permissões do AWS KMS.

{ 
     "Effect": "Allow", 
     "Action": [ 
         "kms:GenerateDataKey", 
         "kms:Decrypt", 
     ], 
     "Resource": "arn:aws:kms:AWS-Region:AWS-account-id-where-the-model-card-is-
created:key/AWS Key Management Service-key-id"
}                
             

Use placas de modelo por meio de APIs de baixo nível

Você pode criar um Amazon SageMaker Model Card diretamente por meio da SageMaker API ou da 
interface de linha de AWS comando (AWS CLI).

Note

Ao criar um cartão de modelo com as APIs de baixo nível, o conteúdo deve estar no 
esquema JSON do cartão de modelo e ser fornecido como uma string. Para ter mais 
informações, consulte Esquema JSON de cartões de modelo.
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SageMaker API

Use os seguintes comandos de SageMaker API para trabalhar com Amazon SageMaker Model 
Cards:

• CreateModelCard

• DescribeModelCard

• ListModelCards

• ListModelCardVersions

• UpdateModelCard

• CreateModelCardExportJob

• DescribeModelCardExportJob

• ListModelCardExportJobs

• DeleteModelCard

AWS CLI

Use os seguintes comandos da AWS CLI para trabalhar com os Amazon SageMaker Model Cards:

• create-model-card

• describe-model-card

• list-model-cards

• list-model-card-versions

• update-model-card

• create-model-card-export-emprego

• describe-model-card-export-emprego

• list-model-card-export-empregos

• delete-model-card

Perguntas frequentes sobre os cartões de modelo

Consulte os seguintes itens de perguntas frequentes para obter respostas às perguntas mais 
frequentes sobre o Amazon SageMaker Model Card.
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P: O que é risco de modelo?

R: Você pode usar modelos para uma variedade de aplicativos de negócios, desde a previsão de 
ataques cibernéticos e a aprovação de pedidos de empréstimo até a detecção da categoria de 
um e-mail. Cada um desses aplicativos assume um nível de risco diferente. Por exemplo, detectar 
incorretamente um ataque cibernético tem um impacto nos negócios muito maior do que categorizar 
incorretamente um e-mail. Considerando esses perfis de risco variados de um modelo, você pode 
usar cartões de modelo para fornecer uma classificação de risco de low, medium ou high para 
um modelo. Se você não conhece o risco do seu modelo, pode definir o status como unknown. Os 
clientes são responsáveis por atribuir o perfil de risco para cada modelo. Com base na classificação 
de risco, as organizações podem ter regras diferentes para implantar esses modelos na produção. 
Para ter mais informações, consulte Classificações de risco.

P: Qual é o uso pretendido de um modelo?

O uso pretendido de um modelo descreve como você deve usar o modelo em seus aplicativos 
de produção. Isso vai além dos requisitos técnicos, como o tipo de instância na qual você deve 
implantar um modelo e, em vez disso, se refere aos tipos de aplicativos a serem criados com o 
modelo, aos cenários nos quais você pode esperar um desempenho razoável do modelo ou ao tipo 
de dados a ser usado com o modelo. Recomendamos fornecer essas informações no cartão de 
modelo para uma melhor governança do modelo. Você pode definir um tipo de especificação de 
modelo no campo de uso pretendido e garantir que os desenvolvedores e consumidores de modelos 
sigam essa especificação enquanto treinam e implantam seus modelos. Para ter mais informações, 
consulte Usos pretendidos de um modelo.

P: As informações são SageMaker preenchidas automaticamente na minha placa modelo?

Quando você usa o SDK do SageMaker Python ou o AWS console para criar seu cartão de modelo, 
SageMaker preenche automaticamente os detalhes sobre seu modelo SageMaker treinado no 
cartão. Isso inclui detalhes sobre como o modelo foi treinado junto com todos os detalhes do modelo 
retornados pela chamada da API describe-model.

P: Posso personalizar um modelo de cartão?

Os Amazon SageMaker Model Cards têm uma estrutura definida que não pode ser modificada. 
Essa estrutura fornece orientação sobre quais informações devem ser capturadas em um cartão de 
modelo. Embora você não possa alterar a estrutura do cartão de modelo, há alguma flexibilidade 
introduzida por meio de propriedades personalizadas na seção Informações adicionais do cartão de 
modelo.
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P: Posso editar um modelo de cartão depois de criado?

Os cartões de modelo têm versões associadas a eles. Uma determinada versão do modelo 
é imutável em todos os atributos, exceto no status do cartão de modelo. Se você fizer outras 
alterações no cartão modelo, como métricas de avaliação, descrição ou usos pretendidos, 
SageMaker cria uma nova versão do cartão modelo para refletir as informações atualizadas. Isso é 
para garantir que um modelo de cartão, uma vez criado, não possa ser adulterado.

P: Posso criar cartões de modelo para modelos que não foram treinados usando SageMaker?

R: Sim. Você pode criar cartões de modelo para modelos não treinados SageMaker, mas nenhuma 
informação é preenchida automaticamente no cartão. Você deve fornecer todas as informações 
necessárias na placa modelo para não SageMaker modelos.

P: Posso exportar ou compartilhar modelos de cartões?

R: Sim. Você pode exportar cada versão de um modelo de cartão para um PDF, baixá-lo e 
compartilhá-lo.

P: Preciso registrar meu modelo no Registro do modelo para usar cartões de modelo?

R: Não. Você pode usar cartões de modelo independentemente do Registro do modelo.

P: Qual é a diferença entre os cartões de modelo e o Registro do modelo?

R: Os cartões-modelo têm como objetivo fornecer às organizações um mecanismo para documentar 
quantos detalhes quiserem sobre seu modelo, seguindo as SageMaker orientações prescritivas 
e fornecendo suas próprias informações personalizadas. Você pode introduzir cartões de modelo 
logo no início do processo de ML e usá-los para definir o problema comercial que o modelo deve 
resolver e quaisquer considerações a serem consideradas ao usar o modelo. Depois que um modelo 
é treinado, você pode preencher o cartão de modelo associado a esse modelo com informações 
sobre o modelo e como ele foi treinado. Os cartões de modelo são associados a modelos e são 
imutáveis quando associados a um modelo. Isso garante que o cartão de modelo seja a única fonte 
confiável de todas as informações relacionadas a um modelo, incluindo como ele foi treinado e como 
deve ser usado.

O Registro do modelo é um catálogo que armazena metadados sobre seus modelos. Cada entrada 
no registro do modelo corresponde a uma versão exclusiva do modelo. Essa versão do modelo 
contém informações sobre o modelo, como onde os artefatos do modelo são armazenados no 
Amazon S3, qual contêiner é necessário para implantar o modelo e metadados personalizados que 
devem ser anexados ao modelo.
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P: As versões do cartão de modelo estão relacionadas às versões do modelo no Registro do 
modelo?

R: As versões do cartão modelo e as versões do modelo são entidades diferentes em SageMaker. 
Cada atualização em um modelo de cartão resulta em uma nova versão desse cartão. As versões 
do modelo correspondem aos modelos treinados incrementalmente que são registrados no Registro 
do modelo. Uma versão do cartão de modelo pode ser vinculada a uma versão específica do modelo 
no Registro do modelo por meio do campo ID do modelo no cartão do modelo, mas isso não é 
necessário.

P: As placas modelo estão integradas ao SageMaker Model Monitor?

R: Não. Você pode carregar as métricas de desempenho calculadas pelo SageMaker Model Monitor 
para o cartão de modelo fazendo upload de um arquivo de métricas para o Amazon S3 e vinculando-
o ao cartão, mas não há integração nativa entre o Model Monitor e os cartões de modelo. Os 
painéis de modelos são integrados ao Model Monitor. Para obter mais informações sobre painéis de 
modelos, consulte Amazon SageMaker Model Dashboard.

Painel de SageMaker modelos da Amazon

O Amazon SageMaker Model Dashboard é um portal centralizado, acessível a partir do SageMaker 
console, onde você pode visualizar, pesquisar e explorar todos os modelos em sua conta. Você 
pode rastrear quais modelos são implantados para inferência e se eles são usados em trabalhos de 
transformação em lote ou hospedados em endpoints. Se você configurar monitores com o Amazon 
SageMaker Model Monitor, também poderá acompanhar o desempenho de seus modelos à medida 
que eles fazem previsões em tempo real com dados ao vivo. Você pode usar o painel para encontrar 
modelos que violam os limites definidos para qualidade de dados, qualidade do modelo, desvio e 
explicabilidade. A apresentação abrangente do painel de todos os resultados do seu monitor ajuda 
você a identificar rapidamente os modelos que não têm essas métricas configuradas.

O Model Dashboard agrega informações relacionadas ao modelo de vários SageMaker recursos. 
Além dos serviços fornecidos no Model Monitor, você pode visualizar cartões de modelo, visualizar 
a linhagem do fluxo de trabalho e monitorar a performance do seu endpoint. Você não precisa mais 
classificar registros, consultar em cadernos ou acessar outros serviços da AWS para coletar os 
dados de que precisa. Com uma experiência de usuário coesa e integração aos serviços existentes, 
SageMaker o Model Dashboard fornece uma solução de governança de out-of-the-box modelos para 
ajudá-lo a garantir uma cobertura de qualidade em todos os seus modelos.

Pré-requisitos
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Para usar o Painel de Modelo, você deve ter um ou mais modelos em sua conta. Você pode treinar 
modelos usando a Amazon SageMaker ou importar modelos que você treinou em outro lugar. Para 
criar um modelo em SageMaker, você pode usar a CreateModel API. Para obter mais informações, 
consulte CreateModel. Você também pode usar ambientes SageMaker de ML fornecidos, como o 
Amazon SageMaker Studio Classic, que fornece modelos de projeto que configuram o treinamento e 
a implantação de modelos para você. Para obter informações sobre como começar a usar o Studio 
Classic, consulte Amazon SageMaker Studio Classic.

Embora esse não seja um pré-requisito obrigatório, os clientes obtêm o máximo valor do painel 
se configurarem trabalhos de monitoramento de modelos usando SageMaker o Model Monitor 
para modelos implantados em endpoints. Para obter pré-requisitos e instruções sobre como usar o 
SageMaker Model Monitor, consulte. Monitorar a qualidade de dados do modelo

Elementos do Painel de modelo

A visualização do Painel de modelo extrai detalhes de alto nível de cada modelo para fornecer um 
resumo abrangente de cada modelo na sua conta. Se seu modelo for implantado para inferência, o 
painel ajudará você a acompanhar a performance do modelo e do endpoint em tempo real.

Detalhes importantes a serem destacados nesta página incluem:

• Classificação de risco: um parâmetro especificado pelo usuário do cartão de modelo com um valor
baixo, médio ou alto. A classificação de risco do cartão de modelo é uma medida categórica do 
impacto comercial das previsões do modelo. Os modelos são usados para uma variedade de 
aplicativos de negócios, cada um dos quais pressupõe um nível de risco diferente. Por exemplo, 
detectar incorretamente um ataque cibernético tem um impacto nos negócios muito maior do que 
categorizar incorretamente um e-mail. Se você não conhece o risco do modelo, pode defini-lo 
como desconhecido. Para obter informações sobre os cartões SageMaker modelo da Amazon, 
consulte Cartões modelo.

• Alertas do Model Monitor: Os alertas do Model Monitor são o foco principal do Model Dashboard, 
e revisar a documentação existente sobre os vários monitores fornecidos por SageMaker é uma 
maneira útil de começar. Para obter uma explicação detalhada sobre o recurso SageMaker Model 
Monitor e exemplos de notebooks, consulte. Monitorar a qualidade de dados do modelo

O Painel de modelo exibe os valores de status do Model Monitor pelos seguintes tipos de monitor:

• Qualidade de dados: compara dados dinâmicos com dados de treinamento. Se divergirem, as 
inferências do seu modelo podem não ser mais precisas. Para obter detalhes adicionais sobre o 
monitor de qualidade de dados, consulte Monitorar a qualidade dos dados.
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• Qualidade do modelo: compara as previsões que o modelo faz com os rótulos reais de 
veracidade que o modelo tenta prever. Para obter detalhes adicionais sobre o monitor de 
Qualidade do modelo, consulte Monitorar a qualidade do modelo.

• Desvio de polarização: compara a distribuição de dados dinâmicos com dados de treinamento, 
o que também pode causar previsões imprecisas. Para obter detalhes adicionais sobre o 
monitor de Desvio de polarização, consulte Monitorar o desvio de polarização para modelos em 
produção.

• Desvio de atributo de recursos: também conhecido como desvio de explicabilidade. Compara as 
classificações relativas de seus recursos nos dados de treinamento com os dados dinâmicos, 
o que também pode ser resultado de um desvio de polarização. Para obter detalhes adicionais 
sobre o monitor de Desvio de atributo de recursos, consulte Monitorar o desvio de atribuição de 
recursos para modelos em produção.

Cada status do Model Monitor é um dos seguintes valores:

• Nenhum: nenhum monitor está programado

• Inativo: um monitor foi programado, mas foi desativado

• OK: um monitor está programado e está ativo e não encontrou o número necessário de 
violações em execuções recentes de modelos de monitores para gerar um alerta

• Hora e data: um monitor ativo gerou um alerta na hora e data especificadas

• Endpoint: os endpoints que hospedam seu modelo para inferência em tempo real. No Painel de 
modelo, você pode selecionar a coluna de endpoint para visualizar métricas de performance, como 
utilização de CPU, GPU, disco e memória de seus endpoints em tempo real para ajudar você a 
monitorar o desempenho de suas instâncias de computação.

• Trabalho de transformação em lote: o trabalho de transformação em lote mais recente executado 
usando esse modelo. Essa coluna ajuda a determinar se um modelo é usado ativamente para 
inferência em lote.

• Detalhes do modelo: cada entrada no painel é vinculada a uma página de detalhes do modelo, na 
qual você pode se aprofundar em um modelo individual. Você pode acessar o gráfico de linhagem 
do modelo, que visualiza o fluxo de trabalho desde a preparação dos dados até a implantação e 
os metadados de cada etapa. Você também pode criar e visualizar o cartão de modelo, revisar os 
detalhes e o histórico do alerta, avaliar o desempenho de seus endpoints em tempo real e acessar 
outros detalhes relacionados à infraestrutura.

Elementos do Painel de modelo 5769



Amazon SageMaker Guia do Desenvolvedor

Exibir programações e alertas do Model Monitor

Usando o Python SDK, você pode criar um monitor de modelo para qualidade de dados, qualidade 
do modelo, desvio de polarização ou desvio de atributo de recursos. Para obter mais informações 
sobre como usar o SageMaker Model Monitor, consulteMonitorar a qualidade de dados do modelo. 
O Painel de modelo preenche as informações de todos os monitores que você cria em todos os 
modelos na sua conta. Você pode acompanhar o status de cada monitor, o que indica se o monitor 
está funcionando conforme o esperado ou falhou devido a um erro interno. Você também pode ativar 
ou desativar qualquer monitor na própria página de detalhes do modelo. Para obter instruções sobre 
como visualizar monitores programados de um modelo, consulte Visualizar monitores programados. 
Para obter instruções sobre como ativar ou desativar monitores de modelo, consulte Ativar ou 
desativar um Model Monitor.

Um modelo de monitor configurado adequadamente e em execução ativa pode gerar alertas. Nesse 
caso, as execuções de monitoramento produzem relatórios de violação. Para obter detalhes sobre 
como os alertas funcionam e como visualizar os resultados dos alertas, o histórico e os links para 
relatórios de tarefas para depuração, consulte Visualizar e editar alertas.

Visualizar monitores programados

Para visualizar os monitores programados de um modelo, conclua as etapas a seguir:

1. Abra o console de SageMaker .

2. Escolha Governança no painel esquerdo.

3. Escolha Painel de modelo.

4. Na seção Modelos do Painel de modelo, selecione o nome do modelo dos monitores 
programados que você deseja visualizar.

5. Visualize os monitores programados na seção Monitorar a programação. Você pode revisar o 
status de cada monitor na coluna Programação de status, que é um dos seguintes valores:

• Falha: a programação do monitoramento falhou devido a um problema com a configuração ou 
configurações (como permissões de usuário incorretas).

• Pendente: o monitor está em processo de ser programado.

• Parado: a programação é interrompida pelo usuário.

• Programado: o agendamento é criado e executado na frequência especificada.
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Ativar ou desativar um Model Monitor

Para ativar ou desativar um Model Monitor, conclua as seguintes etapas:

1. Abra o console de SageMaker .

2. Escolha Governança no painel esquerdo.

3. Escolha Painel de modelo.

4. Na seção Modelos do Painel de modelos, selecione o nome do modelo do endpoint que você 
deseja visualizar.

5. Escolha a caixa de rádio ao lado da programação do monitor do alerta que você deseja 
modificar.

6. (opcional) Escolha Desativar programação do monitor se quiser desativar sua programação do 
monitor.

7. (opcional) Escolha Ativar programação do monitor se quiser ativar sua programação do monitor.

Visualizar e editar alertas

O painel do modelo exibe alertas que você configurou na Amazon CloudWatch. Você pode modificar 
os critérios de alerta dentro do próprio painel. Os critérios de alerta dependem de dois parâmetros:

• Pontos de dados a serem alertados: dentro do período de avaliação, quantas falhas na execução 
geram um alerta.

• Período de avaliação: o número das execuções de monitoramento mais recentes a serem 
consideradas ao avaliar o status do alerta.

A imagem a seguir mostra um exemplo de cenário de uma série de execuções do Model Monitor em 
que definimos um período de avaliação hipotético de 3 e Pontos de dados a serem alertados com 
o valor de alerta de 2. Após cada execução de monitoramento, o número de falhas é contabilizado 
dentro do período de avaliação de 3. Se o número de falhas atingir ou exceder os Pontos de dados a 
serem alertados 2, o monitor emitirá um alerta e permanecerá no status de alerta até que o número 
de falhas no período de avaliação se torne menor que 2 nas iterações subsequentes. Na imagem, as 
janelas de avaliação ficam vermelhas quando o monitor emite um alerta ou permanece no status de 
alerta e verdes caso contrário.
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Observe que, mesmo que o tamanho da janela de avaliação não tenha atingido o período de 
avaliação de 3, conforme mostrado nas primeiras 2 linhas da imagem, o monitor ainda emitirá um 
alerta se o número de falhas atingir ou exceder os Pontos de dados a serem alertados de 2.

Na página de detalhes do monitor, você pode visualizar seu histórico de alertas, editar critérios de 
alerta existentes e visualizar relatórios de tarefas para ajudá-lo a depurar falhas de alerta. Para 
obter instruções sobre como visualizar o histórico de alertas ou relatórios de tarefas para execuções 
de monitoramento com falha, consulte Exibir histórico de alertas ou relatórios de trabalho. Para 
instruções sobre como editar os critérios de alerta, consulte Editar critérios de alerta.

Exibir histórico de alertas ou relatórios de trabalho

Para visualizar o histórico de alertas ou relatórios de trabalhos de execuções com falha, conclua as 
seguintes etapas:

1. Abra o console de SageMaker .

2. Escolha Governança no painel esquerdo.

3. Escolha Painel de modelo.
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4. Na seção Modelos do Painel de modelo, selecione o nome do modelo do histórico de alertas 
que você deseja visualizar.

5. Na coluna Nome da Programação, selecione o nome do monitor do histórico de alertas que você 
deseja visualizar.

6. Para ver o histórico de alertas, selecione a guia Histórico de alertas.

7. (opcional) Para visualizar relatórios de trabalho de monitoramento de execuções, conclua as 
seguintes etapas:

1. Na guia Histórico de alertas, escolha Exibir execuções para o alerta que você deseja 
investigar.

2. Na tabela Histórico de execução, escolha Exibir relatório da execução de monitoramento que 
você deseja investigar.

O relatório exibirá as seguintes informações:

• Funcionalidade: o recurso de ML definido pelo usuário que é monitorado

• Restrição: a verificação específica no monitor

• Detalhes da violação: informações sobre por que a restrição foi violada

Editar critérios de alerta

Para editar um alerta no Painel de modelo, conclua as etapas a seguir:

1. Abra o console de SageMaker .

2. Escolha Governança no painel esquerdo.

3. Escolha Painel de modelo.

4. Na seção Modelos do Painel de modelos, selecione o nome do modelo do endpoint que você 
deseja visualizar.

5. Escolha a caixa de rádio ao lado da programação do monitor do alerta que você deseja 
modificar.

6. Escolha Editar alerta na seção Monitorar a programação.

7. (opcional) Altere Pontos de dados a serem alertados se quiser alterar o número de falhas no
período de avaliação que iniciam um alerta.

8. (opcional) Altere o período de avaliação se quiser alterar o número de execuções de 
monitoramento mais recentes a serem consideradas ao avaliar o status do alerta.
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Visualizar um gráfico de linhagem do modelo

Quando você treina um modelo, a Amazon SageMaker cria uma visualização de todo o seu fluxo 
de trabalho de ML, desde a preparação dos dados até a implantação. Essa visualização é chamada 
de gráfico de linhagem de modelo e usa entidades para representar etapas individuais em seu 
fluxo de trabalho. Por exemplo, um gráfico de linhagem de modelo básico pode ter uma entidade 
representando seu conjunto de treinamento, associada a uma entidade representando seu trabalho 
de treinamento, associada a outra entidade representando seu modelo.

Além disso, o gráfico armazena informações sobre cada etapa do fluxo de trabalho. Com essas 
informações, você pode recriar qualquer etapa do fluxo de trabalho ou rastrear a linhagem do modelo 
e do conjunto de dados. Por exemplo, o SageMaker Lineage armazena o URI S3 de suas fontes de 
dados de entrada com cada trabalho para que você possa realizar análises adicionais das fontes de 
dados para verificação de conformidade.

Embora o gráfico de linhagem do modelo possa ajuda a visualizar as etapas em fluxos de trabalho 
individuais, há muitos outros recursos que você pode aproveitar usando o AWS SDK. Por exemplo, 
com o AWS SDK, você pode criar ou consultar suas entidades. Para obter mais informações sobre 
o conjunto completo de recursos do SageMaker Lineage e exemplos de notebooks, consulte.
Rastreamento SageMaker de linhagem do Amazon ML

Introdução às entidades

A Amazon cria SageMaker automaticamente entidades de rastreamento para SageMaker trabalhos, 
modelos, pacotes de modelos e endpoints, se os dados estiverem disponíveis. Para um fluxo de 
trabalho básico, suponha que você treine um modelo usando um conjunto de dados. SageMaker 
gera automaticamente um gráfico de linhagem com três entidades:

• Conjunto de dados: um tipo de artefato, que é uma entidade que representa um objeto ou dados 
endereçáveis de URI. Um artefato geralmente é uma entrada ou uma saída para um componente 
ou ação de teste.

• TrainingJob: um tipo de componente experimental, que é uma entidade que representa trabalhos 
de processamento, treinamento e transformação.

• Modelo: outro tipo de artefato. Assim como o artefato Conjuntos de dados, um modelo é um objeto 
endereçável de URI. Nesse caso, é uma saída do componente de TrainingJobteste.

Seu gráfico de linhagem de modelo se expande rapidamente se você adicionar etapas adicionais ao 
seu fluxo de trabalho, como pré-processamento ou pós-processamento de dados, se você implantar 
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seu modelo em um endpoint ou se incluir seu modelo em um pacote de modelos, entre muitas 
outras possibilidades. Para obter a lista completa de SageMaker entidades, consulteRastreamento 
SageMaker de linhagem do Amazon ML.

Propriedades de entidade

Cada nó no gráfico exibe o tipo de entidade, mas você pode escolher as reticências verticais à direita 
do tipo de entidade para ver detalhes específicos relacionados ao seu fluxo de trabalho. Em nosso 
gráfico de linhagem barebones anterior, você pode escolher a elipse vertical ao lado para DataSetver 
os valores específicos das seguintes propriedades (comuns a todas as entidades de artefato):

• Nome: o nome do seu conjunto de dados.

• URI de origem: o local do seu conjunto de dados no Amazon S3.

Para a entidade TrainingJob, você pode ver os valores específicos das seguintes propriedades 
(comuns a todas as entidades TrialComponent):

• Nome: o nome do trabalho de treinamento.

• ARN do trabalho: o nome do recurso da Amazon (ARN) do seu trabalho de treinamento.

Para a entidade Modelo, você vê as mesmas propriedades listadas, DataSetpois ambas são 
entidades de artefato. Para obter uma lista das entidades e suas propriedades associadas, consulte
Entidades de monitoramento de linhagem.

Consultas de entidades

A Amazon gera SageMaker automaticamente gráficos de entidades de linhagem à medida que você 
as usa. No entanto, se você estiver executando várias iterações de um experimento e não quiser 
visualizar todos os gráficos de linhagem, o AWS SDK pode ajudar você a realizar consultas em 
todos os seus fluxos de trabalho. Por exemplo, você pode consultar suas entidades de linhagem 
para todos os trabalhos de processamento que usam um endpoint. Ou você pode ver todas as 
trilhas downstreamque usam um artefato. Para obter uma lista de todas as consultas que você pode 
realizar, consulte Consultar entidades de linhagem.

Visualizar um gráfico de linhagem do modelo

Para visualizar o gráfico de linhagem de um modelo, conclua as etapas a seguir:

1. Abra o console de SageMaker .
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2. Escolha Governança no painel esquerdo.

3. Escolha Painel de modelo.

4. Na seção Modelos do Painel do Modelo, selecione o nome do modelo do gráfico de linhagem 
que você deseja visualizar.

5. Escolha Visualizar linhagem na seção Visão geral do modelo.

Visualizar o status do endpoint

Se você quiser usar seu modelo treinado para realizar inferência em dados ativos, implante seu 
modelo em um endpoint em tempo real. Para garantir a latência adequada de suas previsões, você 
quer garantir que as instâncias que hospedam seu modelo estejam funcionando com eficiência. O 
recurso de monitoramento de endpoint do Painel de modelo exibe informações em tempo real sobre 
a configuração do endpoint e ajuda você a monitorar a performance do endpoint com métricas.

Configurações do monitor

O Model Dashboard tem links para páginas de detalhes de SageMaker endpoints existentes que 
exibem gráficos em tempo real das métricas que você pode selecionar na Amazon. CloudWatch Em 
seu painel, você pode acompanhar essas métricas à medida que seu endpoint está lidando com 
solicitações de inferência em tempo real. A seguir, algumas métricas que você pode selecionar:

• CpuUtilization: a soma da utilização de Núcleos de CPU individual, com cada um variando de 
0% a 100%.

• MemoryUtilization: o percentual de memória de GPU usada pelos contêineres em uma 
instância variando de 0% a 100%.

• DiskUtilization: o percentual de espaço do disco usado pelos contêineres em uma instância 
variando de 0% a 100%.

Para ver a lista completa de métricas que você pode visualizar em tempo real, consulte Monitore a 
Amazon SageMaker com a Amazon CloudWatch.

Configurações de tempo de execução

A Amazon SageMaker oferece suporte à escalabilidade automática (escalabilidade automática) 
para seus modelos hospedados. O ajuste de escala automático ajusta dinamicamente o número 
de instâncias provisionadas para um modelo em resposta às alterações no workload. Quando a 
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workload aumenta, o ajuste de escala automático disponibiliza mais instâncias online. Quando a 
workload diminui, o ajuste de escala automático remove as instâncias desnecessárias para que você 
não precise pagar pelas instâncias provisionadas que não está usando. Você pode personalizar as 
seguintes configurações de tempo de execução no Painel de modelo:

• Atualizar ponderações: altere a quantidade de workload atribuída a cada instância com a 
ponderação numérica. Para obter mais informações sobre a ponderação da instância durante o 
ajuste de escala automático, consulte Configurar ponderação de instâncias para o Amazon EC2 
Auto Scaling.

• Atualizar contagem de instância: altere o número total de instâncias que podem atender seu 
workload quando aumenta.

Para obter mais informações sobre as configurações de tempo de execução do endpoint, consulte
CreateEndpointConfig.

Definições de configuração de endpoint

As configurações de endpoint exibem as configurações especificadas quando você criou o endpoint. 
Essas configurações informam SageMaker quais recursos devem ser provisionados para seu 
endpoint. Algumas configurações incluídas são as seguintes:

• Captura de dados: você pode escolher capturar informações sobre as entradas e saídas do 
seu endpoint. Por exemplo, talvez você queira obter uma amostra do tráfego de entrada para 
ver se os resultados estão correlacionados com dados de treinamento. Você pode personalizar 
sua frequência de amostragem, o formato dos dados armazenados e a localização dos dados 
armazenados no Amazon S3. Para obter mais informações sobre como definir a configuração de 
captura de dados, consulte Capturar dados.

• Variantes de produção: consulte a discussão anterior em Configurações de runtime.

• Configuração de invocação assíncrona: se seu endpoint for assíncrono, esta seção inclui o número 
máximo de solicitações simultâneas enviadas pelo cliente ao contêiner modelo, SageMaker a 
localização das notificações de sucesso e falha no Amazon S3 e a localização de saída das saídas 
do endpoint. Para mais informações sobre solicitações assíncronas, consulte Criar, invocar e 
atualizar um endpoint assíncrono.

• Chave de criptografia: você pode inserir sua chave de criptografia se quiser criptografar suas 
saídas.

Para obter mais informações sobre as configurações do endpoint, consulte CreateEndpointConfig.
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Visualizar o status e a configuração de um endpoint

Para visualizar o status e a configuração do endpoint de um modelo, conclua as seguintes etapas:

1. Abra o console de SageMaker .

2. Escolha Governança no painel esquerdo.

3. Escolha Painel de Modelos.

4. Na seção Modelos do Painel de Modelos, selecione o nome do modelo do endpoint que você 
deseja visualizar.

5. Selecione o nome do endpoint na seção Endpoints.

Perguntas frequentes sobre o Painel de Modelos

Consulte os tópicos de perguntas frequentes a seguir para obter respostas às perguntas mais 
frequentes sobre o Amazon SageMaker Model Dashboard.

P: O que é o Painel de Modelos?

O Amazon SageMaker Model Dashboard é um repositório centralizado de todos os modelos criados 
em sua conta. Os modelos geralmente são resultados de trabalhos de SageMaker treinamento, mas 
você também pode importar modelos treinados em outro lugar e hospedá-los em SageMaker outros 
lugares. O Painel de Modelos fornece uma interface única para administradores de TI, gerentes 
de risco de modelos e líderes de negócios rastrearem todos os modelos implantados e agregarem 
dados de vários serviços da AWS para fornecer indicadores sobre o desempenho de seus modelos. 
Você pode visualizar detalhes sobre endpoints de modelos, trabalhos de transformação em lote e 
trabalhos de monitoramento para obter informações adicionais sobre o desempenho do modelo. A 
exibição visual do painel ajuda você a identificar rapidamente quais modelos têm monitores ausentes 
ou inativos, para que você possa garantir que todos os modelos sejam verificados periodicamente 
quanto a desvios de dados, desvios de modelos, desvios de viés e desvios de concessão de 
atributos. Por fim, o acesso imediato do painel aos detalhes do modelo ajuda você a se aprofundar 
para acessar logs, informações relacionadas à infraestrutura e recursos para ajudar você a depurar 
falhas de monitoramento.

P: Quais são os pré-requisitos para usar o Painel de Modelos?

Você deve ter um ou mais modelos criados em SageMaker, treinados SageMaker ou treinados 
externamente. Embora esse não seja um pré-requisito obrigatório, você obtém o máximo valor do 
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painel se configurar trabalhos de monitoramento de modelos por meio do Amazon SageMaker Model 
Monitor para modelos implantados em endpoints.

P: Quem deve usar o Painel de Modelos?

Gerentes de risco de modelos, profissionais de ML, cientistas de dados e líderes de negócios podem 
obter uma visão geral abrangente dos modelos usando o Painel de Modelos. O painel agrega e 
exibe dados dos serviços Amazon SageMaker Model Cards, Endpoints e Model Monitor para exibir 
informações valiosas, como metadados do modelo do cartão e do registro do modelo, endpoints em 
que os modelos são implantados e insights do monitoramento do modelo.

P: Como usar o Painel de Modelos?

O Model Dashboard está disponível imediatamente na Amazon SageMaker e não requer nenhuma 
configuração prévia. No entanto, se você configurou trabalhos de monitoramento de modelos usando 
o SageMaker Model Monitor e o Clarify, você usa CloudWatch a Amazon para configurar alertas 
que levantam uma bandeira no painel quando o desempenho do modelo se desvia de uma faixa 
aceitável. Você pode criar e adicionar novos cartões de modelo ao painel e visualizar todos os 
resultados de monitoramento associados aos endpoints. No momento, o Painel de Modelos não é 
compatível com modelos de contas cruzadas.

P: O que é o Amazon SageMaker Model Monitor?

Com o Amazon SageMaker Model Monitor, você pode selecionar os dados que deseja monitorar e 
analisar sem escrever nenhum código. SageMaker O Model Monitor permite selecionar dados, como 
saída de previsão, em um menu de opções e captura metadados, como registro de data e hora, 
nome do modelo e ponto final, para que você possa analisar as previsões do modelo. Você pode 
especificar a taxa de amostragem da captura de dados como uma porcentagem do tráfego geral no 
caso de previsões em tempo real de alto volume. Esses dados são armazenados em seu próprio 
bucket do Amazon S3. Você também pode criptografar esses dados, configurar uma segurança 
refinada, definir políticas de retenção de dados e implementar mecanismos de controle de acesso 
para acesso seguro.

P: Quais tipos de modelos de monitores são SageMaker compatíveis?

SageMaker O Model Monitor fornece os seguintes tipos de modelos de monitores:

• Qualidade dos dados: monitore a variação na qualidade dos dados.

• Qualidade do modelo: monitore a variação nas métricas de qualidade do modelo, como precisão.
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• Desvio de viés para modelos em produção: monitore o viés nas previsões do seu modelo 
comparando a distribuição do treinamento e dos dados ao vivo.

• Desvio de concessão de atributos para modelos em produção: monitore o desvio na concessão de 
atributos comparando as classificações relativas dos atributos no treinamento e nos dados ao vivo.

P: Quais métodos de inferência são compatíveis com o SageMaker Model Monitor?

No momento, o Model Monitor oferece suporte apenas a endpoints que hospedam um único modelo 
e não é compatível com o monitoramento de endpoints de vários modelos.

P: Como posso começar a usar o SageMaker Model Monitor?

Você pode usar os seguintes recursos para começar a usar o monitoramento de modelos:

• Exemplo de caderno com monitor de qualidade de dados

• Exemplo de caderno com monitor de qualidade de modelos

• Exemplo de caderno com monitor de desvio de viés

• Exemplo de caderno de monitor de desvio de concessão de atributo

Para ver mais exemplos de monitoramento de modelos, consulte o GitHub repositório. amazon-
sagemaker-examples

P: Como funciona o Model Monitor?

O Amazon SageMaker Model Monitor monitora automaticamente os modelos de aprendizado de 
máquina em produção, usando regras para detectar desvios em seu modelo. O Model Monitor 
notifica você quando surgem problemas de qualidade por meio de alertas. Para saber mais, consulte
Como o Model Monitor funciona.

P. Quando e como você traz seu próprio contêiner (BYOC) para o Model Monitor?

O Model Monitor calcula métricas e estatísticas do modelo somente em dados tabulares. Para casos 
de uso que não sejam conjuntos de dados tabulares, como imagens ou texto, você pode trazer seus 
próprios contêineres (BYOC) para monitorar seus dados e modelos. Por exemplo, você pode usar 
o BYOC para monitorar um modelo de classificação de imagens que usa imagens como entrada 
e gera uma etiqueta. Para saber mais sobre contratos de contêiner, consulte Traga seus próprios 
contêineres.
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P: Onde posso encontrar exemplos de BYOC para o Model Monitor?

Você pode encontrar exemplos úteis de BYOC nos links a seguir:

• Monitorar a qualidade de dados do modelo

• GitHubexemplo de repositório

• Traga seus próprios contêineres

• Detectar o desvio de dados na PLN usando o BYOC Model Monitor

• Detectar e analisar previsões incorretas em CV

P: Como faço para integrar o Model Monitor com o SageMaker Pipelines?

Para obter detalhes sobre como integrar o Model Monitor e o SageMaker Pipelines, consulte 
O Amazon SageMaker Pipelines agora se integra ao SageMaker Model Monitor e ao Clarify. 
SageMaker

Para ver um exemplo, veja o GitHub exemplo de integração do notebook SageMaker Pipelines com o 
Model Monitor e o Clarify.

P: Há algum problema de desempenho com o uso de DataCapture?

Quando ativada, a captura de dados ocorre de forma assíncrona nos endpoints. SageMaker Para 
evitar o impacto nas solicitações de inferência, DataCapture interrompe a captura de solicitações 
em altos níveis de uso do disco. É recomendável que você mantenha a utilização do disco abaixo de 
75% para garantir que DataCapture continue capturando solicitações.

Perguntas frequentes sobre o Painel de Modelos 5781

https://github.com/aws/amazon-sagemaker-examples/tree/master/sagemaker_model_monitor
https://aws.amazon.com/blogs/machine-learning/detect-nlp-data-drift-using-custom-amazon-sagemaker-model-monitor
https://aws.amazon.com/blogs/machine-learning/detecting-and-analyzing-incorrect-model-predictions-with-amazon-sagemaker-model-monitor-and-debugger
https://aws.amazon.com/about-aws/whats-new/2021/12/amazon-sagemaker-pipelines-integrates-sagemaker-model-monitor-sagemaker-clarify/
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-pipelines/tabular/model-monitor-clarify-pipelines/sagemaker-pipeline-model-monitor-clarify-steps.ipynb
https://github.com/aws/amazon-sagemaker-examples/blob/main/sagemaker-pipelines/tabular/model-monitor-clarify-pipelines/sagemaker-pipeline-model-monitor-clarify-steps.ipynb


Amazon SageMaker Guia do Desenvolvedor

Use contêineres do Docker para criar modelos

A Amazon SageMaker faz uso extensivo de contêineres Docker para tarefas de construção e 
execução. SageMaker fornece imagens Docker pré-criadas para seus algoritmos integrados e as 
estruturas de aprendizado profundo suportadas usadas para treinamento e inferência. Usando 
contêineres, você pode treinar algoritmos de machine learning e implantar modelos de maneira 
rápida e confiável em qualquer escala. Os tópicos desta seção mostram como implantar esses 
contêineres para seus próprios casos de uso. Para obter informações sobre como trazer seus 
próprios contêineres para uso com o Amazon SageMaker Studio Classic, consulteTraga sua própria 
SageMaker imagem.

Tópicos

• Cenários para execução de scripts, treinamento de algoritmos ou implantação de modelos com 
SageMaker

• Conceitos básicos de contêineres do Docker

• Use imagens pré-construídas do SageMaker Docker

• Adaptando seu próprio contêiner Docker para trabalhar com SageMaker

• Criar um contêiner com seus próprios algoritmos e modelos.

• Exemplos e mais informações: use seu próprio algoritmo ou modelo

• Solução de problemas de seus contêineres do Docker

Cenários para execução de scripts, treinamento de algoritmos ou 
implantação de modelos com SageMaker

A Amazon SageMaker sempre usa contêineres Docker ao executar scripts, treinar algoritmos e 
implantar modelos. O nível de engajamento com contêineres depende do caso de uso.

Casos de uso para usar contêineres Docker pré-construídos com 
SageMaker

Considere os seguintes casos de uso ao usar contêineres com SageMaker:
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• SageMaker Algoritmo pré-construído — Use a imagem que vem com o algoritmo incorporado. 
Consulte Usar algoritmos SageMaker integrados da Amazon ou modelos pré-treinados para obter 
mais informações.

• Modelo personalizado com SageMaker contêiner pré-construído — Se você treinar ou implantar 
um modelo personalizado, mas usar uma estrutura que tenha um SageMaker contêiner pré-
construído, incluindo TensorFlow e PyTorch, escolha uma das seguintes opções:

• Se você não precisa de um pacote personalizado e o contêiner já inclui todos os pacotes 
necessários, use a imagem predefinida do Docker associada à sua estrutura. Para ter mais 
informações, consulte Use imagens pré-construídas do SageMaker Docker.

• Se você precisar de um pacote personalizado instalado em um dos contêineres predefinidos, 
confirme se a imagem predefinida do Docker permite um arquivo requirements.txt ou estenda o 
contêiner predefinido com base nos seguintes casos de uso.

Casos de uso para estender um contêiner do Docker predefinido

A seguir estão os casos de uso para estender um contêiner do Docker predefinido:

• Você não pode importar as dependências — Estenda a imagem predefinido do Docker associada 
à sua estrutura. Consulte Estenda uma imagem de contêiner predefinida para obter mais 
informações.

• Você não pode importar as dependências no contêiner predefinido e o contêiner predefinido 
é compatível com requirements.txt — Adicione todas as dependências necessárias em 
requirements.txt. As estruturas a seguir oferecem suporte ao uso de requirements.txt.

• TensorFlow

• Chainer

• Sci-kit learn

• PyTorch

• Apache MXNet

Caso de uso para construir o próprio contêiner

Se você criar ou treinar um modelo personalizado e precisar de uma estrutura personalizada que não 
tenha uma imagem predefinida, crie um contêiner personalizado.
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A árvore decisória a seguir ilustra as informações nas três listas anteriores: Casos de uso para usar 
contêineres Docker pré-construídos com SageMaker; Casos de uso para estender um contêiner
Docker pré-construído; Caso de uso para criar seu próprio contêiner.

Como exemplo de caso de uso do cliente, para treinar e implantar um TensorFlow modelo, consulte 
as seções anteriores de Casos de uso para decidir de qual contêiner você precisa. Veja a seguir 
algumas considerações que você pode fazer para escolher seu contêiner:

• Um TensorFlow modelo é um modelo personalizado.

• Como um TensorFlow modelo será construído na TensorFlow estrutura, use o contêiner da 
estrutura TensorFlow pré-construída para treinar e hospedar o modelo.

• Se você precisar de pacotes personalizados no script de ponto de entrada ou de inferência, 
estenda o contêiner predefinido ou use um arquivo requirements.txt para instalar dependências em 
tempo de execução.
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Depois de determinar o tipo de contêiner necessário, as informações a seguir fornecem detalhes 
sobre as opções listadas anteriormente.

• Use um SageMaker algoritmo ou estrutura incorporada. Para a maioria dos casos de uso, você 
pode usar os algoritmos e estruturas integrados sem se preocupar com contêineres. Você pode 
treinar e implantar esses algoritmos a partir do SageMaker console, do AWS Command Line 
Interface (AWS CLI), de um notebook Python ou do Amazon Python SageMaker  SDK. É possível 
fazer isso especificando a versão do algoritmo ou da estrutura ao criar o Estimador. Os algoritmos 
integrados disponíveis são discriminados e descritos no tópico Use algoritmos SageMaker 
integrados da Amazon ou modelos pré-treinados. Para obter mais informações sobre as estruturas 
disponíveis, consulte Frameworks e linguagens de ML. Para ver um exemplo de como treinar e 
implantar um algoritmo integrado usando um notebook Jupyter executado em uma instância de 
SageMaker notebook, consulte o Conceitos básicos tópico.

• Use imagens de SageMaker contêiner pré-criadas. Como alternativa, você pode usar os algoritmos 
e estruturas integrados usando contêineres do Docker. SageMaker fornece contêineres para seus 
algoritmos integrados e imagens Docker pré-criadas para algumas das estruturas de aprendizado 
de máquina mais comuns, como Apache MXNet,, e Chainer. TensorFlow PyTorch Para obter uma 
lista completa das SageMaker imagens disponíveis, consulte Imagens disponíveis de contêineres 
de Deep Learning. Ele também oferece suporte a bibliotecas de machine learning, como scikit-
learn e SparkML. Se você usar o SDK do Amazon SageMaker Python, poderá implantar os 
contêineres passando o URI completo do contêiner para a respectiva SageMaker classe de SDK.
Estimator Para ver a lista completa das estruturas de aprendizado profundo que atualmente 
são suportadas pelo SageMaker, consulteImagens pré-compiladas do SageMaker Docker para 
aprendizado profundo. Para obter informações sobre as imagens de contêiner criadas do scikit-
learn e SparkML, consulte Imagens do Docker do Amazon SageMaker pré-compiladas para 
Scikit-learn e SparkML. Para obter mais informações sobre o uso de estruturas com o Amazon 
SageMaker Python SDK, consulte seus respectivos tópicos em. Linguagens e frameworks de 
Machine Learning

• Estenda uma imagem de SageMaker contêiner pré-criada. Se quiser estender um SageMaker 
algoritmo pré-construído ou modelar uma imagem Docker, você pode modificar a SageMaker 
imagem para satisfazer suas necessidades. Para ver um exemplo, consulte Estendendo nossos 
PyTorch contêineres.

• Adaptar uma imagem de contêiner existente: se você quiser adaptar uma imagem de contêiner 
preexistente para trabalhar SageMaker, você deve modificar o contêiner do Docker para habilitar 
o kit de ferramentas de SageMaker treinamento ou inferência. Para ver um exemplo que mostra 
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como criar seus próprios contêineres para treinar e hospedar um algoritmo, consulte Bring Your 
Own R Algorithm (Trazer seu próprio algoritmo R).

Conceitos básicos de contêineres do Docker

O Docker é um programa que executa virtualização no nível do sistema operacional para instalar, 
distribuir e gerenciar software. Ele empacota aplicativos e suas dependências em contêineres virtuais 
que fornecem isolamento, portabilidade e segurança. Com o Docker, você poderá enviar o código 
com mais rapidez, padronizar as operações do aplicativo, mover código com facilidade e economizar 
melhorando a utilização de recursos. Para obter mais informações gerais sobre o Docker, consulte
Visão geral do Docker.

As informações a seguir descrevem os aspectos mais importantes do uso de contêineres do Docker 
com o Amazon SageMaker.

Funções do SageMaker

O SageMaker usa contêineres do Docker no back-end para gerenciar processos de treinamento e 
inferência. O SageMaker se abstrai desse processo, então ele acontece automaticamente quando 
um estimador é usado. Embora você não precise usar contêineres do Docker de forma explícita com 
o SageMaker na maioria dos casos de uso, você pode usar contêineres do Docker para estender e 
personalizar a funcionalidade do SageMaker.

Contêineres com o SageMaker Studio

O SageMaker Studio é executado a partir de um contêiner do Docker e o usa para gerenciar a 
funcionalidade. Como resultado, você deve criar seu contêiner Docker seguindo as etapas em Traga 
sua própria SageMaker imagem.

Use imagens pré-construídas do SageMaker Docker

SageMaker A Amazon fornece contêineres para seus algoritmos integrados e imagens Docker 
pré-criadas para algumas das estruturas de aprendizado de máquina mais comuns, como Apache 
MXNet,, e Chainer. TensorFlow PyTorch Ele também oferece suporte a bibliotecas de machine 
learning, como scikit-learn e SparkML.

Você pode usar essas imagens da instância do seu SageMaker notebook ou do SageMaker 
Studio. Você também pode estender as SageMaker imagens pré-criadas para incluir bibliotecas 
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e as funcionalidades necessárias. Os tópicos a seguir fornecem informações sobre as imagens 
disponíveis e como usá-las.

Para o caminho de registro do Docker e outros parâmetros para cada um dos algoritmos e Deep 
Learning Containers (DLC) SageMaker fornecidos pela Amazon, consulte Docker Registry Paths and
Example Code.

Note

Para obter informações sobre imagens do Docker para desenvolver soluções de aprendizado 
por reforço (RL) em SageMaker, consulte SageMaker Contêineres de RL.

Tópicos

• Imagens pré-compiladas do SageMaker Docker para aprendizado profundo

• Imagens do Docker do Amazon SageMaker pré-compiladas para Scikit-learn e SparkML

• Treinar uma rede de gráficos profundos

• Estenda uma imagem de contêiner predefinida

Imagens pré-compiladas do SageMaker Docker para aprendizado profundo

O Amazon SageMaker fornece imagens de Docker pré-compiladas que incluem estruturas de 
aprendizado profundo e outras dependências necessárias para treinamento e inferência. Para obter 
uma lista completa das imagens pré-compiladas do Docker gerenciadas pelo SageMaker, consulte
Caminhos de registro do Docker e código de exemplo.

Usando o SageMaker Python SDK

Com o SageMaker Python SDK do , você pode treinar e implantar modelos usando essas estruturas 
populares de aprendizagem profunda. Para obter instruções sobre como instalar e usar o SDK, 
consulte Amazon SageMaker Python SDK. A tabela a seguir lista as estruturas disponíveis e as 
instruções sobre como usá-las com o SageMaker Python SDK:

Framework Instruções

TensorFlow Usando TensorFlow com o Python SDK do SageMaker
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Framework Instruções

MXNet Usando o MXNet com o Python SDK do SageMaker

PyTorch Usar o PyTorch com o SageMaker Python SDK

Chainer Usar Chainer com o SageMaker Python SDK

Hugging Face Usando o Hugging Face com o SageMaker Python SDK

Estendendo imagens pré-compiladas do SageMaker Docker

Você pode personalizar esses contêineres pré-compilados ou estendê-los para lidar com qualquer 
requisito funcional adicional para seu algoritmo ou modelo ao qual a imagem pré-compilada do 
Docker do SageMaker não oferece suporte. Por exemplo, consulte Ajustar e implantar um modelo 
BERTopic no SageMaker com seus próprios scripts e conjunto de dados, estendendo os contêineres 
existentes do PyTorch.

Você também pode usar contêineres pré-criados para implantar seus modelos personalizados ou 
modelos que foram treinados em uma estrutura diferente do SageMaker. Para obter uma visão 
geral do processo de trazer os artefatos de modelo treinados no SageMaker e hospedá-los em um 
endpoint, consulte Traga seus próprios modelos pré-treinados MXNet ou TensorFlow para o Amazon 
SageMaker.

Imagens do Docker do Amazon SageMaker pré-compiladas para Scikit-
learn e SparkML

O SageMaker fornece imagens pré-compiladas do Docker que instalam as bibliotecas scikit-learn 
e Spark ML. Essas bibliotecas também incluem as dependências necessárias para criar imagens 
do Docker compatíveis com o SageMaker usando o Amazon SageMaker Python SDK. Com o SDK, 
você pode usar o scikit-learn para tarefas de machine learning e o SparkML para criar e ajustar 
pipelines de machine learning. Para obter instruções sobre como instalar e usar o SDK, consulte
Python SDK do SageMaker.

Usando o SageMaker Python SDK

A tabela a seguir contém links para os repositórios do GitHub com o código-fonte dos contêineres 
scikit-learn e Spark ML. A tabela também contém links para instruções que mostram como usar 
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esses contêineres com os estimadores do Python SDK para executar seus próprios algoritmos de 
treinamento e hospedar seus próprios modelos.

Ferramentas Código-fonte da imagem do Docker 
pré-compilada

Instruções

scikit-learn Contêineres Scikit-learn do 
SageMaker

Como usar Scikit-learn com o Python 
SDK do Amazon SageMaker

SparkML Contêineres SparkML Serving do 
SageMaker

Documentação do SparkML Python 
SDK

Para obter mais informações e links para os repositórios do github, consulte Use o Scikit-learn com a 
Amazon SageMaker e Use o SparkML Serving com a Amazon SageMaker.

Especificando manualmente as imagens pré-compiladas

Se não estiver usando o Python SDK do SageMaker e um de seus estimadores para gerenciar 
o contêiner, você precisará recuperar manualmente o contêiner correspondente predefinido. As 
imagens do Docker pré-compiladas do SageMaker são armazenadas no Amazon Elastic Container 
Registry (Amazon ECR). Elas podem ser enviadas ou recebidas usando seus endereços de registro. 
O SageMaker usa os seguintes padrões de URL de imagem do Docker para Scikit-learn e Spark ML:

• <ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-scikit-
learn:<SCIKIT-LEARN_VERSION>-cpu-py<PYTHON_VERSION>

Por exemplo, 746614075791.dkr.ecr.us-west-1.amazonaws.com/sagemaker-scikit-
learn:1.2-1-cpu-py3

• <ACCOUNT_ID>.dkr.ecr.<REGION_NAME>.amazonaws.com/sagemaker-sparkml-
serving:<SPARK-ML_VERSION>

Por exemplo, 341280168497.dkr.ecr.ca-central-1.amazonaws.com/sagemaker-
sparkml-serving:2.4

Para IDs de contas e nomes de regiões AWS, consulte Caminhos de registro e código de exemplo 
do Docker.
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Encontrando imagens disponíveis

Use os seguintes comandos para descobrir quais versões das imagens estão disponíveis. Por 
exemplo, use o seguinte para encontrar a imagem sagemaker-sparkml-serving disponível na 
região ca-central-1:

aws \ 
    ecr describe-images \ 
    --region ca-central-1 \ 
    --registry-id 341280168497 \ 
    --repository-name sagemaker-sparkml-serving

Treinar uma rede de gráficos profundos

Nessa visão geral, você aprende como começar a usar uma rede de gráficos profundos usando um 
dos contêineres da DGL no Amazon Elastic Container Registry (Amazon ECR). Também é possível 
ver links para exemplos práticos de redes de gráficos profundos.

O que é uma rede de gráficos profundos?

As redes de gráficos profundos referem-se a um tipo de rede neural que é treinada para resolver 
problemas de gráficos. Uma rede gráfica profunda usa uma estrutura de aprendizagem profunda 
subjacente como PyTorch ou MXNet. O potencial para redes de gráficos em aplicativos práticos de 
IA é destacado nos tutoriais do Amazon SageMaker para a Deep Graph Library (DGL). Exemplos 
de modelos de treinamento em conjuntos de dados de gráficos incluem redes sociais, bases de 
conhecimento, biologia e química.
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Figura 1. O ecossistema DGL

Vários exemplos são fornecidos usando os contêineres de aprendizagem profunda do Amazon 
SageMaker que são pré-configurados com a DGL. Se você tiver módulos especiais que deseja usar 
com a DGL, também poderá criar seu próprio contêiner. Os exemplos envolvem heterográficos, que 
são gráficos que têm vários tipos de nós e arestas, e se inspiram em uma variedade de aplicações 
em diferentes campos científicos, como bioinformática e análise de redes sociais. A DGL fornece 
uma ampla gama de implementações de rede neural de gráficos para modelos de diferentes tipos. 
Alguns dos destaques incluem:

• Rede convolucional de gráficos (GCN)
• – Rede convolucional de gráfico relacional (R-GCN)
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• Rede de atenção de gráfico (GAT)
• Modelos gerais profundos de gráficos (DGMG)
• Rede neural de árvore de junção (JTNN)

Conceitos básicos

A DGL está disponível como um contêiner de aprendizagem profunda no Amazon ECR. É possível 
selecionar contêineres de aprendizagem profunda ao escrever a função estimadora em um bloco 
de anotações do Amazon SageMaker. Você também pode criar seu próprio contêiner personalizado 
com a DGL seguindo o guia Traga seu próprio contêiner. A maneira mais fácil de começar a usar 
uma rede de gráficos profundos usa um dos contêineres DGL no Amazon ECR. 

Note

O suporte à estrutura de back-end é limitado ao PyTorch e ao MXNet.

Configuração

Se você estiver usando o Amazon SageMaker Studio, será necessário clonar o repositório de 
exemplos primeiro. Se você estiver usando uma instância de cadernos, será possível encontrar os 
exemplos ao escolher o ícone do SageMaker na parte inferior da barra de ferramentas à esquerda.

Como clonar o repositório de exemplos do SDK e do bloco de anotações do Amazon SageMaker

1. Na visualização do JupyterLab no Amazon SageMaker, acesse o navegador de arquivos na 
parte superior da barra de ferramentas à esquerda. No painel do navegador de arquivos, é 
possível ver uma nova navegação na parte superior do painel.

2. Selecione o ícone na extrema direita para clonar um repositório Git.

3. Adicione a URL do repositório: https://github.com/awslabs/amazon-sagemaker-examples.git

4. Navegue pela pasta recém-adicionada e seu conteúdo. Os exemplos da DGL são armazenados 
na pasta sagemaker-python-sdk.
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Executar um exemplo de treinamento de rede do gráfico

Como treinar uma rede de gráficos profundos

1. Na visualização do JupyterLab no Amazon SageMaker, navegue pelos cadernos de exemplo
e procure as pastas DGL. Vários arquivos podem ser incluídos para oferecer suporte a um 
exemplo. Examine o README para qualquer pré-requisito.

2. Execute o exemplo do bloco de anotações .ipynb. 

3. Encontre a função estimadora e anote a linha onde ela está usando um contêiner do Amazon 
ECR para a DGL e um tipo de instância específico. Você pode querer atualizar isso para usar 
um contêiner em sua região preferida.

4. Execute a função para executar a instância e use o contêiner da DGL para treinar uma rede 
de gráficos. São geradas cobranças para executar essa instância. A instância é encerrada 
automaticamente quando o treinamento é concluído.

Exemplos

Um exemplo de incorporação de gráficos de conhecimento (KGE) é fornecido. Ele usa o conjunto de 
dados do Freebase, uma base de conhecimento de fatos gerais. Um exemplo de caso de uso seria 
criar um gráfico de relações de pessoas e prever sua nacionalidade. 

Um exemplo de implementação de uma rede convolucional de gráficos (GCN) mostra como você 
pode treinar uma rede de gráficos para prever a toxicidade. Um conjunto de dados fisiológicos, 
Tox21, fornece medições de toxicidade de como as substâncias afetam as respostas biológicas. 

Outro exemplo de GCN mostra como treinar uma rede de gráficos em um conjunto de dados 
bibliográficos de publicações científicas, conhecido como Cora. É possível usá-la para encontrar 
relações entre autores, tópicos e conferências.

O último exemplo é um sistema de recomendação para avaliações de filmes. Ele usa uma rede 
de conclusão de matriz convolutional de gráfico (GCMC) treinada nos conjuntos de dados do 
MovieLens. Esses conjuntos de dados consistem em títulos de filmes, gêneros e classificações de 
usuários.

Use um contêiner de aprendizagem profunda com a DGL

Os exemplos a seguir usam contêineres de aprendizado profundo pré-configurados. Esses são os 
mais fáceis de experimentar, já que funcionam prontamente no Amazon SageMaker.
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• Classificação semissupervisionada de uma base de conhecimentos usando uma GCN

Traga seu próprio contêiner com a DGL

Os exemplos a seguir permitem que você traga seu próprio contêiner (BYOC). Leia o guia do 
BYOC e familiarize-se com esse processo antes de testá-los. A configuração é obrigatória.

• Molecular property prediction of toxicity using a GCN
• Recommender system for movies using a GCMC implementation

Estenda uma imagem de contêiner predefinida

Se um contêiner predefinido do SageMaker não atender a todos os seus requisitos, você poderá 
estender a imagem existente para acomodar suas necessidades. Mesmo que haja suporte direto 
para seu ambiente ou estrutura, talvez você queira adicionar mais funcionalidades ou configurar seu 
ambiente de contêiner de forma diferente. Quando estender uma imagem predefinida, você pode 
aproveitar as bibliotecas e configurações de aprendizado profundo incluídas sem precisar criar uma 
imagem do zero. Estenda o contêiner para adicionar bibliotecas, modificar configurações e instalar 
dependências adicionais.

O tutorial a seguir mostra como estender uma imagem predefinida do SageMaker e publicá-la no 
Amazon ECR.

Tópicos

• Requisitos para estender um contêiner predefinido

• Estenda os contêineres do SageMaker para executar um script Python

Requisitos para estender um contêiner predefinido

Para estender uma imagem predefinida do SageMaker, é preciso definir as seguintes variáveis 
de ambiente em seu Dockerfile. Para obter mais informações sobre variáveis de ambiente com 
contêineres do SageMaker, consulte o repositório GitHub do SageMaker Training Toolkit.

• SAGEMAKER_SUBMIT_DIRECTORY: o diretório dentro do contêiner no qual o script Python para 
treinamento está localizado.

• SAGEMAKER_PROGRAM: O script Python que deve ser invocado e usado como ponto de entrada no 
treinamento.
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Você também pode instalar mais bibliotecas incluindo o seguinte em seu Dockerfile:

RUN pip install <library>

O tutorial a seguir mostra como usar essas variáveis de ambiente.

Estenda os contêineres do SageMaker para executar um script Python

Neste tutorial, você aprende como estender o contêiner PyTorch do SageMaker com um arquivo 
Python que usa o conjunto de dados CIFAR-10. Quando estender o contêiner PyTorch do 
SageMaker, você utilizará a solução de treinamento existente feita para funcionar com o SageMaker. 
Este tutorial estende uma imagem de treinamento, mas as mesmas etapas podem ser tomadas 
para estender uma imagem de inferência. Para obter uma lista completa das imagens disponíveis, 
consulte Imagens de contêineres de aprendizado profundo.

Para executar seu próprio modelo de treinamento usando os contêineres do SageMaker, crie um 
contêiner do Docker por meio de uma instância de bloco de anotações.

Etapa 1: Criar uma Instância de bloco de anotações do SageMaker

1. Abra o console do Sagemaker.

2. No painel de navegação, escolha Notebook (Bloco de anotações), depois Notebook instances 
(Instâncias de bloco de anotações, e depois Create notebook instance (Criar instância de bloco 
de anotações).

3. Na página Create notebook instance (Criar instância de bloco de anotações), forneça as 
seguintes informações:

a. Para Notebook instance name (Nome da instância de bloco de anotações), insira
RunScriptNotebookInstance.

b. Em Notebook Instance type (Tipo de instância de bloco de anotações), escolha
ml.t2.medium.

c. Expanda a seção Permissions and encryption (Permissões e criptografia) e faça o seguinte:

i. Em IAM role (Função do IAM), selecione Create a New Role (Criar uma função).

ii. Na página Create an IAM role (Criar uma função do IAM), escolha Specific S3 
buckets (Buckets do S3 específicos), especifique um bucket do Amazon S3 chamado
sagemaker-run-script e depois escolha Create role (Criar função).
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O SageMaker cria uma função do IAM chamado AmazonSageMaker-
ExecutionRole-YYYYMMDDTHHmmSS, como AmazonSageMaker-
ExecutionRole-20190429T110788. Observe que a convenção de nomenclatura de 
função de execução usa a data e a hora em que a função foi criada, separada por um
T.

d. Em Root Access (Acesso raiz), escolha Enable (Habilitar).

e. Escolha Create notebook instance (Criar instância de bloco de anotações).

4. Na página de Notebook instances, o status é Pending (Pendente). Pode levar alguns minutos 
para que o Monitor de Internet do Amazon CloudWatch inicie uma instância computacional de 
machine learning — nesse caso, ele lança uma instância de bloco de anotações — e anexe 
um volume de armazenamento de ML à instância. A instância de bloco de anotações conta 
com a pré-configuração de um servidor de blocos de anotações Jupyter e de um conjunto de 
bibliotecas da Anaconda. Para obter mais informações, consulte  CreateNotebookInstance.

5. Na seção Permissions and encryption (Permissões e criptografia), copie o IAM role ARN 
number (Número ARN da função do IAM e cole-o em um arquivo do bloco de notas para 
salvá-lo temporariamente. Posteriormente, use esse número ARN da função do IAM para 
configurar um estimador de treinamento local na instância de bloco de anotações. The 
IAM role ARN number (O número do ARN da função do IAM)  é semelhante ao seguinte:
'arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20190429T110788'

6. Depois que o status da instância de bloco de anotações mudar para InService, escolha Open 
JupyterLab (Abrir JupyterLab).

Etapa 2: Como criar e fazer upload do Dockerfile e dos scripts de treinamento do Python

1. Depois que o JupyterLab abrir, crie uma nova pasta no diretório inicial do seu JupyterLab. No 
canto superior esquerdo, escolha o ícone New Folder (Nova pasta) e insira o nome da pasta.
docker_test_folder

2. Crie um texto de arquivo Dockerfile no diretório docker_test_folder.

a. Escolha o ícone (+) New Launcher (Novo lançador) no canto superior esquerdo.

b. No painel à direita, na seção Other (Outro), escolha Text File (Arquivo de texto).

c. Cole o código de exemplo Dockerfile a seguir no seu arquivo de texto.
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# SageMaker PyTorch image
FROM 763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-training:1.5.1-cpu-
py36-ubuntu16.04

ENV PATH="/opt/ml/code:${PATH}"

# this environment variable is used by the SageMaker PyTorch container to 
 determine our user code directory.
ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code

# /opt/ml and all subdirectories are utilized by SageMaker, use the /code 
 subdirectory to store your user code.
COPY cifar10.py /opt/ml/code/cifar10.py

# Defines cifar10.py as script entrypoint  
ENV SAGEMAKER_PROGRAM cifar10.py

O script do Dockerfile executa as seguintes tarefas:

• FROM 763104351884.dkr.ecr.us-east-1.amazonaws.com/pytorch-
training:1.5.1-cpu-py36-ubuntu16.04 – Faz o download da imagem base do 
SageMaker PyTorch. Você pode substituí-la por qualquer imagem base do SageMaker 
que quiser trazer para criar contêineres.

• ENV SAGEMAKER_SUBMIT_DIRECTORY /opt/ml/code – Define /opt/ml/code como 
o diretório do script de treinamento.

• COPY cifar10.py /opt/ml/code/cifar10.py – Copia o script no local dentro do 
contêiner que é esperado pelo SageMaker. O script deve estar localizado nessa pasta.

• ENV SAGEMAKER_PROGRAM cifar10.py – Define seu script de treinamento
cifar10.py como o script do ponto de entrada.

d. No painel de navegação do diretório à esquerda, o nome do arquivo de texto é nomeado 
automaticamente como untitled.txt. Para renomear o arquivo, clique com o botão 
direito do mouse no arquivo, escolha Rename (Renomear), renomeie o arquivo como
Dockerfile sem a extensão .txt e pressione Ctrl+s ou Command+s para salvar o 
arquivo.

3. Crie ou faça upload de um script de treinamento cifar10.py no docker_test_folder. Você 
pode usar o seguinte script de exemplo neste exercício:

Estenda uma imagem de contêiner predefinida 5797



Amazon SageMaker Guia do Desenvolvedor

import ast
import argparse
import logging

import os

import torch
import torch.distributed as dist
import torch.nn as nn
import torch.nn.parallel
import torch.optim
import torch.utils.data
import torch.utils.data.distributed
import torchvision
import torchvision.models
import torchvision.transforms as transforms
import torch.nn.functional as F

logger=logging.getLogger(__name__)
logger.setLevel(logging.DEBUG)

classes=('plane', 'car', 'bird', 'cat', 'deer', 'dog', 'frog', 'horse', 'ship', 
 'truck')

# https://github.com/pytorch/tutorials/blob/master/beginner_source/blitz/
cifar10_tutorial.py#L118
class Net(nn.Module): 
    def __init__(self): 
        super(Net, self).__init__() 
        self.conv1=nn.Conv2d(3, 6, 5) 
        self.pool=nn.MaxPool2d(2, 2) 
        self.conv2=nn.Conv2d(6, 16, 5) 
        self.fc1=nn.Linear(16 * 5 * 5, 120) 
        self.fc2=nn.Linear(120, 84) 
        self.fc3=nn.Linear(84, 10) 

    def forward(self, x): 
        x=self.pool(F.relu(self.conv1(x))) 
        x=self.pool(F.relu(self.conv2(x))) 
        x=x.view(-1, 16 * 5 * 5) 
        x=F.relu(self.fc1(x)) 
        x=F.relu(self.fc2(x)) 
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        x=self.fc3(x) 
        return x

def _train(args): 
    is_distributed=len(args.hosts) > 1 and args.dist_backend is not None 
    logger.debug("Distributed training - {}".format(is_distributed)) 

    if is_distributed: 
        # Initialize the distributed environment. 
        world_size=len(args.hosts) 
        os.environ['WORLD_SIZE']=str(world_size) 
        host_rank=args.hosts.index(args.current_host) 
        dist.init_process_group(backend=args.dist_backend, rank=host_rank, 
 world_size=world_size) 
        logger.info( 
            'Initialized the distributed environment: \'{}\' backend on {} nodes. 
 '.format( 
                args.dist_backend, 
                dist.get_world_size()) + 'Current host rank is {}. Using cuda: {}. 
 Number of gpus: {}'.format( 
                dist.get_rank(), torch.cuda.is_available(), args.num_gpus)) 

    device='cuda' if torch.cuda.is_available() else 'cpu' 
    logger.info("Device Type: {}".format(device)) 

    logger.info("Loading Cifar10 dataset") 
    transform=transforms.Compose( 
        [transforms.ToTensor(), 
         transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))]) 

    trainset=torchvision.datasets.CIFAR10(root=args.data_dir, train=True, 
                                            download=False, transform=transform) 
    train_loader=torch.utils.data.DataLoader(trainset, batch_size=args.batch_size, 
                                               shuffle=True, 
 num_workers=args.workers) 

    testset=torchvision.datasets.CIFAR10(root=args.data_dir, train=False, 
                                           download=False, transform=transform) 
    test_loader=torch.utils.data.DataLoader(testset, batch_size=args.batch_size, 
                                              shuffle=False, 
 num_workers=args.workers) 

    logger.info("Model loaded") 
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    model=Net() 

    if torch.cuda.device_count() > 1: 
        logger.info("Gpu count: {}".format(torch.cuda.device_count())) 
        model=nn.DataParallel(model) 

    model=model.to(device) 

    criterion=nn.CrossEntropyLoss().to(device) 
    optimizer=torch.optim.SGD(model.parameters(), lr=args.lr, 
 momentum=args.momentum) 

    for epoch in range(0, args.epochs): 
        running_loss=0.0 
        for i, data in enumerate(train_loader): 
            # get the inputs 
            inputs, labels=data 
            inputs, labels=inputs.to(device), labels.to(device) 

            # zero the parameter gradients 
            optimizer.zero_grad() 

            # forward + backward + optimize 
            outputs=model(inputs) 
            loss=criterion(outputs, labels) 
            loss.backward() 
            optimizer.step() 

            # print statistics 
            running_loss += loss.item() 
            if i % 2000 == 1999:  # print every 2000 mini-batches 
                print('[%d, %5d] loss: %.3f' % 
                      (epoch + 1, i + 1, running_loss / 2000)) 
                running_loss=0.0 
    print('Finished Training') 
    return _save_model(model, args.model_dir)

def _save_model(model, model_dir): 
    logger.info("Saving the model.") 
    path=os.path.join(model_dir, 'model.pth') 
    # recommended way from http://pytorch.org/docs/master/notes/serialization.html 
    torch.save(model.cpu().state_dict(), path)

Estenda uma imagem de contêiner predefinida 5800



Amazon SageMaker Guia do Desenvolvedor

def model_fn(model_dir): 
    logger.info('model_fn') 
    device="cuda" if torch.cuda.is_available() else "cpu" 
    model=Net() 
    if torch.cuda.device_count() > 1: 
        logger.info("Gpu count: {}".format(torch.cuda.device_count())) 
        model=nn.DataParallel(model) 

    with open(os.path.join(model_dir, 'model.pth'), 'rb') as f: 
        model.load_state_dict(torch.load(f)) 
    return model.to(device)

if __name__ == '__main__': 
    parser=argparse.ArgumentParser() 

    parser.add_argument('--workers', type=int, default=2, metavar='W', 
                        help='number of data loading workers (default: 2)') 
    parser.add_argument('--epochs', type=int, default=2, metavar='E', 
                        help='number of total epochs to run (default: 2)') 
    parser.add_argument('--batch-size', type=int, default=4, metavar='BS', 
                        help='batch size (default: 4)') 
    parser.add_argument('--lr', type=float, default=0.001, metavar='LR', 
                        help='initial learning rate (default: 0.001)') 
    parser.add_argument('--momentum', type=float, default=0.9, metavar='M', 
 help='momentum (default: 0.9)') 
    parser.add_argument('--dist-backend', type=str, default='gloo', 
 help='distributed backend (default: gloo)') 

    # The parameters below retrieve their default values from SageMaker environment 
 variables, which are 
    # instantiated by the SageMaker containers framework. 
    # https://github.com/aws/sagemaker-containers#how-a-script-is-executed-inside-
the-container 
    parser.add_argument('--hosts', type=str, 
 default=ast.literal_eval(os.environ['SM_HOSTS'])) 
    parser.add_argument('--current-host', type=str, 
 default=os.environ['SM_CURRENT_HOST']) 
    parser.add_argument('--model-dir', type=str, 
 default=os.environ['SM_MODEL_DIR']) 
    parser.add_argument('--data-dir', type=str, 
 default=os.environ['SM_CHANNEL_TRAINING']) 
    parser.add_argument('--num-gpus', type=int, default=os.environ['SM_NUM_GPUS']) 
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    _train(parser.parse_args())

Etapa 3: Definir o Contêiner

1. No diretório inicial do JupyterLab, abra um bloco de anotações Jupyter. Para abrir um novo bloco 
de anotações, escolha o ícone New Launch (Novo lançamento) e depois conda_pytorch_p39 na 
seção Notebook.

2. Execute o comando a seguir na primeira célula do notebook para mudar para o diretório
docker_test_folder:

% cd ~/SageMaker/docker_test_folder

Isso retorna o diretório atual da seguinte forma:

! pwd

output: /home/ec2-user/SageMaker/docker_test_folder

3. Faça login no Docker para acessar o contêiner de base:

! aws ecr get-login-password --region us-east-1 | docker login --username AWS --
password-stdin 763104351884.dkr.ecr.us-east-1.amazonaws.com

4. Para criar o contêiner do Docker, execute o seguinte comando de criação do Docker, incluindo o 
espaço, seguido por ponto final.

! docker build -t pytorch-extended-container-test .

O comando de criação do Docker deve ser executado no diretório que você criou, neste caso, o
docker_test_folder.

Note

Se você receber a mensagem de erro a seguir informando que o Docker não consegue 
encontrar o Dockerfile, verifique se o Dockerfile tem o nome correto e foi salvo no 
diretório.

Estenda uma imagem de contêiner predefinida 5802



Amazon SageMaker Guia do Desenvolvedor

unable to prepare context: unable to evaluate symlinks in Dockerfile path:  
lstat /home/ec2-user/SageMaker/docker/Dockerfile: no such file or directory

Lembre-se de que docker procura um arquivo chamado especificamente Dockerfile
sem nenhuma extensão no diretório atual. Se você deu outro nome, poderá transmitir 
o nome de arquivo manualmente com a bandeira -f. Por exemplo, se você chamou o 
Dockerfile de Dockerfile-text.txt, execute o seguinte comando:

! docker build -t tf-custom-container-test -f Dockerfile-text.txt .

Etapa 4: Testar o Contêiner

1. Para testar o contêiner no local na instância do bloco de anotações, abra um bloco de anotações 
do Jupyter. Escolha New Launcher (Novo inicializador) e depois Notebook (Bloco de anotações)
na estrutura de trabalho conda_pytorch_p39. O restante dos trechos de código deve ser 
executado na instância do bloco de anotações Jupyter.

2. Baixe o conjunto de dados CIFAR-10.

import torch
import torchvision
import torchvision.transforms as transforms

def _get_transform(): 
    return transforms.Compose( 
        [transforms.ToTensor(), 
         transforms.Normalize((0.5, 0.5, 0.5), (0.5, 0.5, 0.5))])

def get_train_data_loader(data_dir='/tmp/pytorch/cifar-10-data'): 
    transform=_get_transform() 
    trainset=torchvision.datasets.CIFAR10(root=data_dir, train=True, 
                                            download=True, transform=transform) 
    return torch.utils.data.DataLoader(trainset, batch_size=4, 
                                       shuffle=True, num_workers=2)

def get_test_data_loader(data_dir='/tmp/pytorch/cifar-10-data'): 
    transform=_get_transform() 
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    testset=torchvision.datasets.CIFAR10(root=data_dir, train=False, 
                                           download=True, transform=transform) 
    return torch.utils.data.DataLoader(testset, batch_size=4, 
                                       shuffle=False, num_workers=2)

trainloader=get_train_data_loader('/tmp/pytorch-example/cifar-10-data')
testloader=get_test_data_loader('/tmp/pytorch-example/cifar-10-data')

3. Defina role na função usada para criar seu bloco de anotações Jupyter. Isso é usado para 
configurar seu Estimator do SageMaker.

from sagemaker import get_execution_role

role=get_execution_role()

4. Cole o script de exemplo a seguir na célula de código do bloco de anotações para configurar um 
Estimador do SageMaker usando seu contêiner estendido.

from sagemaker.estimator import Estimator

hyperparameters={'epochs': 1}

estimator=Estimator( 
    image_uri='pytorch-extended-container-test', 
    role=role, 
    instance_count=1, 
    instance_type='local', 
    hyperparameters=hyperparameters
)

estimator.fit('file:///tmp/pytorch-example/cifar-10-data')

5. Execute a célula de código. Esse teste mostra a configuração do ambiente de treinamento, os 
valores usados para as variáveis de ambiente, a fonte dos dados e a perda e precisão obtidas 
durante o treinamento.

Etapa 5: Envie o contêiner para o Amazon Elastic Container Registry (Amazon ECR)

1. Depois de executar com êxito este teste de modo local, você pode enviar a imagem para o
Amazon ECR e usá-la para executar trabalhos de treinamento.

É possível executar as linhas de comandos a seguir em uma célula do bloco de anotações.
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%%sh

# Specify an algorithm name
algorithm_name=pytorch-extended-container-test

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none 
 defined)
region=$(aws configure get region)

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.

aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 
 2>&1
if [ $? -ne 0 ]
then
aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

# Log into Docker
aws ecr get-login-password --region ${region}|docker login --username AWS --
password-stdin ${fullname}

# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

2. Depois de enviar o contêiner, você pode chamar a imagem do Amazon ECR de qualquer lugar 
no ambiente do SageMaker. Execute o exemplo de código a seguir na próxima célula do bloco 
de anotações.

Se quiser usar esse contêiner de treinamento com o SageMaker Studio para usar seus atributos 
de visualização, você também pode executar o código a seguir em uma célula de bloco de 
anotações do Studio para chamar a imagem do Amazon ECR do seu contêiner de treinamento.
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import boto3

client=boto3.client('sts')
account=client.get_caller_identity()['Account']

my_session=boto3.session.Session()
region=my_session.region_name

algorithm_name="pytorch-extended-container-test"
ecr_image='{}.dkr.ecr.{}.amazonaws.com/{}:latest'.format(account, region, 
 algorithm_name)

ecr_image
# This should return something like
# 12-digits-of-your-account.dkr.ecr.us-east-2.amazonaws.com/tf-2.2-test:latest

3. Use o ecr_image recuperado da etapa anterior para configurar um objeto estimador do 
SageMaker. O exemplo de código a seguir configura um estimador PyTorch do SageMaker.

import sagemaker

from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator=Estimator( 
    image_uri=ecr_image, 
    role=get_execution_role(), 
    base_job_name='pytorch-extended-container-test', 
    instance_count=1, 
    instance_type='ml.p2.xlarge'
)

# start training
estimator.fit()

# deploy the trained model
predictor=estimator.deploy(1, instance_type)
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Etapa 6: Limpar os Recursos

Para limpar recursos quando terminar com o exemplo de Get Started (introdução)

1. Abra o SageMaker console, selecione a instância do bloco de anotações
RunScriptNotebookInstance, escolha Actions (Ações) e depois Stop (Interromper). Pode 
demorar alguns minutos para que a instância pare.

2. Depois que o status da instância mudar para Stopped (Interrompido), escolha Actions (Ações), 
depois Delete (Excluir) e, em seguida, escolha Delete na caixa de diálogo. Pode demorar alguns 
minutos para a exclusão da instância. A instância do bloco de anotações desaparece da tabela 
quando é excluída.

3. Abra o Amazon S3 console e exclua o bucket criado para armazenar artefatos do modelo e o 
conjunto de dados de treinamento.

4. Abra o IAM console e exclua a função do IAM. Se você criou políticas de permissões, poderá 
excluí-las também.

Note

O contêiner do Docker é desligado automaticamente depois de ser executado. Você não 
precisa excluí-lo.

Adaptando seu próprio contêiner Docker para trabalhar com 
SageMaker

Você pode adaptar uma imagem existente do Docker para trabalhar com SageMaker ela. Talvez seja 
necessário usar uma imagem externa existente do Docker SageMaker quando tiver um contêiner 
que atenda aos requisitos de recursos ou de segurança que atualmente não são suportados por uma 
imagem SageMaker pré-criada. Existem dois kits de ferramentas que permitem que você traga seu 
próprio contêiner e o adapte para funcionar: SageMaker

• SageMaker Kit de ferramentas de treinamento

• SageMaker Kit de ferramentas de inferência

Os tópicos a seguir mostram como adaptar sua imagem existente usando os kits de ferramentas 
SageMaker de treinamento e inferência:
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Tópicos

• Bibliotecas de estrutura individuais

• Usando os kits de ferramentas de treinamento e inferência do SageMaker

• Como adaptar o próprio contêiner de treinamento

• Como adaptar o próprio contêiner de inferência

Bibliotecas de estrutura individuais

Além do kit de ferramentas de SageMaker treinamento e do kit de ferramentas de SageMaker 
inferência, SageMaker também fornece kits de ferramentas especializados para, TensorFlow MXNet 
e Chainer. PyTorch A tabela a seguir fornece links para os GitHub repositórios que contêm o código-
fonte de cada estrutura e seus respectivos kits de ferramentas de serviço. As instruções vinculadas 
são para usar o Python SDK para executar algoritmos de treinamento e modelos de hospedagem no 
SageMaker. A funcionalidade dessas bibliotecas individuais está incluída no kit de ferramentas de 
SageMaker treinamento e no kit de ferramentas de SageMaker inferência.

Framework Código-fonte do kit de ferramentas

TensorFlow SageMaker TensorFlow Treinamento

SageMaker TensorFlow Servindo

MXNet SageMaker Treinamento MXNet

SageMaker Inferência do MXNet

PyTorch SageMaker PyTorch Treinamento

SageMaker PyTorch Inferência

Chainer SageMaker Recipientes Chainer SageMaker

Usando os kits de ferramentas de treinamento e inferência do SageMaker

Os kits de ferramentas SageMaker Training e SageMaker Inference implementam a funcionalidade 
necessária para adaptar seus contêineres para executar scripts, treinar algoritmos e implantar 
modelos no SageMaker. Quando instalada, a biblioteca define o seguinte para os usuários:
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• Os locais para armazenar código e outros recursos.

• O ponto de entrada que contém o código a ser executado quando o contêiner é iniciado. O arquivo 
do Docker deve copiar o código que precisa ser executado no local esperado por um contêiner 
compatível com o SageMaker.

• Outras informações que um contêiner precisa a fim de gerenciar implantações para treinamento e 
inferência.

Estrutura de contêineres dos kits de ferramentas do SageMaker

Quando o SageMaker treina um modelo, ele cria a estrutura de pastas de arquivos a seguir no 
diretório /opt/ml do contêiner.

/opt/ml
### input
#   ### config
#   #   ### hyperparameters.json
#   #   ### resourceConfig.json
#   ### data
#       ### <channel_name>
#           ### <input data>
### model
#
### code
#
### output
#
### failure

Quando você executa um trabalho de treinamento de modelo, o contêiner do SageMaker usa o 
diretório /opt/ml/input/, que contém os arquivos JSON que configuram os hiperparâmetros 
do algoritmo e o layout da rede usado para treinamento distribuído. O diretório /opt/ml/input/
também contém arquivos que especificam os canais pelos quais o SageMaker acessa os dados, que 
são armazenados no Amazon Simple Storage Service (Amazon S3). A biblioteca dos contêineres 
do SageMaker coloca os scripts que o contêiner vai executar no diretório /opt/ml/code/. O 
script deve gravar o modelo gerado pelo algoritmo no diretório /opt/ml/model/. Para obter mais 
informações, consulte Usar algoritmos de treinamento próprios.
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Ao hospedar um modelo treinado no SageMaker para fazer inferências, você implantará o modelo 
para um endpoint HTTP. O modelo faz previsões em tempo real como resposta às solicitações de 
inferência. O contêiner deve conter uma pilha de serviços para processar essas solicitações.

Em um contêiner de hospedagem ou de transformação em lote, os arquivos do modelo estão 
localizados na mesma pasta em que estavam gravados durante o treinamento.

/opt/ml/model
#
### <model files>

Para obter mais informações, consulte Usar o próprio código de inferência.

Contêineres únicos versus múltiplos

É possível fornecer imagens do Docker separadas para o algoritmo de treinamento e código de 
inferência ou usá-las em uma única imagem do Docker para ambas. Ao criar essas imagens para 
uso com as imagens do Docker, considere o seguinte:

• Fornecer duas imagens do Docker pode aumentar os requisitos de armazenamento e o custo, pois 
bibliotecas comuns podem ser duplicadas.

• Em geral, os contêineres menores são iniciados mais rapidamente para treinamento e 
hospedagem. Os modelos são treinados mais rapidamente, e o serviço de hospedagem pode 
reagir a aumentos no tráfego expandindo automaticamente com mais agilidade.

• Talvez seja possível gravar um contêiner de inferência significativamente menor que o contêiner 
de treinamento. Isso é especialmente comum quando GPUs são usadas para treinamento, mas 
seu código de inferência é otimizado para CPUs.

• O SageMaker exige que os contêineres do Docker sejam executados sem acesso privilegiado.

• Tanto os contêineres do Docker que você cria quanto aqueles fornecidos pelo SageMaker podem 
enviar mensagens aos arquivos Stdout e Stderr. O SageMaker envia essas mensagens para 
os registros do Amazon CloudWatch em sua conta AWS.

Para obter mais informações sobre como criar contêineres do SageMaker e como os scripts são 
executados dentro deles, consulte os repositórios do SageMaker Training Toolkit e do SageMaker 
Inference Toolkit no GitHub. Eles também fornecem listas de importantes variáveis ambientais e das 
variáveis ambientais fornecidas pelos contêineres do SageMaker.
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Como adaptar o próprio contêiner de treinamento

Para executar o próprio modelo de treinamento, crie um contêiner do Docker usando o kit de 
ferramentas de treinamento do  Amazon SageMaker por meio de uma instância de bloco de 
anotações do Amazon SageMaker.

Etapa 1: criar uma instância de cadernos do SageMaker

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Caderno, e depois Instâncias do caderno e selecione Criar 
instância de cadernos.

3. Na página Create notebook instance (Criar instância de bloco de anotações), forneça as 
seguintes informações:

a. Para Notebook instance name (Nome da instância de bloco de anotações), insira
RunScriptNotebookInstance.

b. Em Notebook Instance type (Tipo de instância de bloco de anotações), escolha
ml.t2.medium.

c. Na seção Permissões e criptografia) e faça o seguinte:

i. Em IAM role (Função do IAM), selecione Create a New Role (Criar uma função). Essa 
ação abre uma nova janela.

ii. Na página Criar uma função do IAM, escolha Buckets do S3 específicos, especifique 
um bucket do S3 chamado sagemaker-run-script e escolha Criar função.

O SageMaker cria uma função do IAM chamada AmazonSageMaker-
ExecutionRole-YYYYMMDDTHHmmSS. Por exemplo, AmazonSageMaker-
ExecutionRole-20190429T110788. Observe que a convenção de nome da função 
de execução usa a data e hora em que a função foi criada, separada por um T.

d. Para Acesso raiz, escolha Habilitar.

e. Escolha Create notebook instance (Criar instância de caderno).

4. Na página de Instâncias de cadernos, o status é Pendente. Pode levar alguns minutos para 
que o Amazon SageMaker inicie uma instância de computacional de machine learning — nesse 
caso, ele lança uma instância de cadernos — e anexe um volume de armazenamento de ML à 
instância. A instância de bloco de anotações conta com a pré-configuração de um servidor de 
blocos de anotações Jupyter e de um conjunto de bibliotecas da Anaconda. Para obter mais 
informações, consulte  CreateNotebookInstance.
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5. Clique no Nome do caderno que você acabou de criar. Essa ação abre uma nova página.

6. Na seção Permissões e criptografia, copie o número ARN da função do IAM e cole-o em um 
arquivo dos cadernos para salvá-lo temporariamente. Posteriormente, você usa esse número 
ARN da função do IAM para configurar um estimador de treinamento local na instância de 
cadernos. The IAM role ARN number (O número do ARN da função do IAM)  é semelhante ao 
seguinte: 'arn:aws:iam::111122223333:role/service-role/AmazonSageMaker-
ExecutionRole-20190429T110788'

7. Depois que o status da instância de cadernos mudar para InService, escolha Abrir o JupyterLab.

Etapa 2: criar e carregar o Dockerfile e os scripts de treinamento do Python

1. Depois que o JupyterLab abrir, crie uma nova pasta no diretório inicial do JupyterLab. 
No canto superior esquerdo, escolha o ícone Nova pasta e insira o nome da pasta
docker_test_folder.

2. Crie um arquivo de texto Dockerfile no diretório docker_test_folder.

a. Escolha o ícone Novo inicializador (+) no canto superior esquerdo.

b. No painel à direita, na seção Outro, selecione Arquivo de texto.

c. Cole o código de amostra Dockerfile a seguir no seu arquivo de texto.

#Download an open source TensorFlow Docker image
FROM tensorflow/tensorflow:latest-gpu-jupyter

# Install sagemaker-training toolkit that contains the common functionality 
 necessary to create a container compatible with SageMaker and the Python SDK.
RUN pip3 install sagemaker-training

# Copies the training code inside the container
COPY train.py /opt/ml/code/train.py

# Defines train.py as script entrypoint
ENV SAGEMAKER_PROGRAM train.py

O script do Dockerfile executa as seguintes tarefas:

• FROM tensorflow/tensorflow:latest-gpu-jupyter – Faz o download da 
imagem base mais recente do TensorFlow Docker. Você pode substituí-la por qualquer 
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imagem base do Docker que quiser trazer para criar contêineres, bem como por imagens 
base de contêineres AWS criadas antes.

• RUN pip install sagemaker-training – Instala a Ferramenta de treinamento 
do SageMaker que contém a funcionalidade comum necessária para criar um contêiner 
compatível com o SageMaker.

• COPY train.py /opt/ml/code/train.py – Copia o script para o local dentro do 
contêiner que é esperado pelo SageMaker. O script deve estar localizado nessa pasta.

• ENV SAGEMAKER_PROGRAM train.py – Toma seu script de treinamento train.py
como o script do ponto de entrada copiado na pasta do /opt/ml/code do contêiner. 
Essa é a única variável de ambiente que você deve especificar quando está criando o 
próprio contêiner.

d. Na navegação do diretório à esquerda, o nome do arquivo de texto pode ser definido 
automaticamente como untitled.txt. Para renomear o arquivo, clique com o botão 
direito do mouse no arquivo, escolha Renomear, renomeie o arquivo como Dockerfile
sem a extensão .txt e pressione Ctrl+s ou Command+s para salvar o arquivo.

3. Carregue um script de treinamento train.py para docker_test_folder. Você pode usar 
o script de exemplo a seguir para criar um modelo que lê dígitos manuscritos treinados no
conjunto de dados MNIST para este exercício.

import tensorflow as tf
import os

mnist = tf.keras.datasets.mnist

(x_train, y_train), (x_test, y_test) = mnist.load_data()
x_train, x_test = x_train / 255.0, x_test / 255.0

model = tf.keras.models.Sequential([
tf.keras.layers.Flatten(input_shape=(28, 28)),
tf.keras.layers.Dense(128, activation='relu'),
tf.keras.layers.Dropout(0.2),
tf.keras.layers.Dense(10, activation='softmax')
])

model.compile(optimizer='adam',
loss='sparse_categorical_crossentropy',
metrics=['accuracy'])

model.fit(x_train, y_train, epochs=1)
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model_save_dir = f"{os.environ.get('SM_MODEL_DIR')}/1"

model.evaluate(x_test, y_test)
tf.saved_model.save(model, model_save_dir)

Etapa 3: construir o contêiner

1. No diretório inicial do JupyterLab, abra um bloco de anotações Jupyter. Para abrir um novo bloco 
de anotações, escolha o ícone Nova execução e, em seguida, escolha a versão mais recente do
conda_tensorflow2 na seção Caderno.

2. Execute o comando a seguir na primeira célula do bloco de anotações para mudar para o 
diretório docker_test_folder:

cd ~/SageMaker/docker_test_folder

Isso retorna o diretório atual da seguinte forma:

! pwd

output: /home/ec2-user/SageMaker/docker_test_folder

3. Para criar o contêiner do Docker, execute o seguinte comando de criação do Docker, incluindo o 
espaço seguido de um ponto final.

! docker build -t tf-custom-container-test .

O comando de compilação do Docker deve ser executado no diretório que você criou, neste 
caso, o docker_test_folder.

Note

Se você receber a mensagem de erro a seguir informando que o Docker não consegue 
encontrar o Dockerfile, verifique se o Dockerfile tem o nome correto e foi salvo no 
diretório.

unable to prepare context: unable to evaluate symlinks in Dockerfile path:  
lstat /home/ec2-user/SageMaker/docker/Dockerfile: no such file or directory
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Lembre-se de que docker procura um arquivo chamado especificamente Dockerfile
sem nenhuma extensão no diretório atual. Se você deu outro nome, poderá transmitir 
o nome de arquivo manualmente com a bandeira -f. Por exemplo, se você nomeou o 
Dockerfile como Dockerfile-text.txt, execute o seguinte comando:

! docker build -t tf-custom-container-test -f Dockerfile-text.txt .

Etapa 4: testar o contêiner

1. Para testar o contêiner localmente para a instância de blocos de anotações, abra um bloco 
de anotações Jupyter. Escolha Novo inicializador e escolha a versão mais recente do
conda_tensorflow2 na seção Bloco de anotações.

2. Copie e cole o seguinte script de exemplo na célula de código do código de anotações para 
configurar um estimador do SageMaker.

import sagemaker
from sagemaker.estimator import Estimator

estimator = Estimator(image_uri='tf-custom-container-test', 
                      role=sagemaker.get_execution_role(), 
                      instance_count=1, 
                      instance_type='local')

estimator.fit()

No exemplo de código anterior, sagemaker.get_execution_role() é especificado 
para o argumento role recuperar automaticamente a função configurada para a sessão do 
SageMaker. Você também pode substituí-lo pelo valor da string do número ARN da função 
do IAM que você usou ao configurar a instância de bloco de anotações. O Nome de região da 
Amazon (ARN) deve se parecer com o seguinte: 'arn:aws:iam::111122223333:role/
service-role/AmazonSageMaker-ExecutionRole-20190429T110788'.

3. Execute a célula de código. Esse teste mostra a configuração do ambiente de treinamento, os 
valores usados para as variáveis de ambiente, a fonte dos dados e a perda e precisão obtidas 
durante o treinamento.
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Etapa 5: enviar o contêiner para o Amazon Elastic Container Registry (Amazon ECR)

1. Depois de executar com êxito este teste de modo local, você pode enviar a imagem para o
Amazon ECR e usá-la para executar trabalhos de treinamento. Se você quiser usar um registro 
privado do Docker em vez do Amazon ECR, consulte Enviar seu contêiner de treinamento para 
um registro privado.

Execute as linhas de comandos a seguir em uma célula do bloco de anotações.

%%sh

# Specify an algorithm name
algorithm_name=tf-custom-container-test

account=$(aws sts get-caller-identity --query Account --output text)

# Get the region defined in the current configuration (default to us-west-2 if none 
 defined)
region=$(aws configure get region)
region=${region:-us-west-2}

fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"

# If the repository doesn't exist in ECR, create it.

aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 
 2>&1
if [ $? -ne 0 ]
then
aws ecr create-repository --repository-name "${algorithm_name}" > /dev/null
fi

# Get the login command from ECR and execute it directly

aws ecr get-login-password --region ${region}|docker login --username AWS --
password-stdin ${fullname}

# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

Como adaptar o próprio contêiner de treinamento 5816

https://docs.aws.amazon.com/AmazonECR/latest/userguide/what-is-ecr.html
https://docs.aws.amazon.com/sagemaker/latest/dg/docker-containers-adapt-your-own-private-registry.html
https://docs.aws.amazon.com/sagemaker/latest/dg/docker-containers-adapt-your-own-private-registry.html


Amazon SageMaker Guia do Desenvolvedor

docker push ${fullname}

Note

Esse script de shell pode gerar um problema de permissão semelhante à seguinte 
mensagem de erro:

"denied: User: [ARN] is not authorized to perform: ecr:InitiateLayerUpload 
 on resource:
arn:aws:ecr:us-east-1:[id]:repository/tf-custom-container-test"

Se esse erro ocorrer, você precisará anexar a política
Amazonec2ContainerRegistryFullAccess à sua função do IAM. Acesse o console do 
IAM, escolha Funções no painel de navegação esquerdo e procure a função do IAM que 
você usou para a instância de blocos de anotações. Na guia Permissão, escolha o botão
Anexar políticas e pesquise a política Amazonec2ContainerRegistryFullAccess. Marque 
a caixa de seleção da política e escolha Adicionar permissões para concluir.

2. Execute o código a seguir em uma célula do bloco de anotações do Studio para chamar a 
imagem do Amazon ECR do seu contêiner de treinamento.

import boto3

account_id = boto3.client('sts').get_caller_identity().get('Account')
ecr_repository = 'tf-custom-container-test'
tag = ':latest'

region = boto3.session.Session().region_name

uri_suffix = 'amazonaws.com'
if region in ['cn-north-1', 'cn-northwest-1']: 
    uri_suffix = 'amazonaws.com.cn'

byoc_image_uri = '{}.dkr.ecr.{}.{}/{}'.format(account_id, region, uri_suffix, 
 ecr_repository + tag)

byoc_image_uri
# This should return something like
# 111122223333.dkr.ecr.us-east-2.amazonaws.com/sagemaker-byoc-test:latest
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3. Use o ecr_image recuperado da etapa anterior para configurar um objeto estimador do 
SageMaker. O exemplo de código a seguir configura um estimador do SageMaker com o
byoc_image_uri e inicia um trabalho de treinamento em uma instância do Amazon EC2.

SageMaker Python SDK v1

import sagemaker
from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator = Estimator(image_uri=byoc_image_uri, 
                      role=get_execution_role(), 
                      base_job_name='tf-custom-container-test-job', 
                      instance_count=1, 
                      instance_type='ml.g4dn.xlarge')

#train your model
estimator.fit()

SageMaker Python SDK v2

import sagemaker
from sagemaker import get_execution_role
from sagemaker.estimator import Estimator

estimator = Estimator(image_uri=byoc_image_uri, 
                      role=get_execution_role(), 
                      base_job_name='tf-custom-container-test-job', 
                      instance_count=1, 
                      instance_type='ml.g4dn.xlarge')

#train your model
estimator.fit()

4. Se quiser implantar seu modelo usando seu próprio contêiner, consulte Como adaptar o 
próprio contêiner de inferência. Você também pode usar um contêiner de estrutura AWS que 
pode implantar um modelo TensorFlow. Para implantar o modelo de exemplo para ler dígitos 
manuscritos, insira o script de exemplo a seguir no mesmo bloco de anotações que você usou 
para treinar seu modelo na subetapa anterior para obter os URIs da imagem (identificadores de 
recursos universais) necessários para a implantação e implantar o modelo.
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import boto3
import sagemaker

#obtain image uris
from sagemaker import image_uris
container = image_uris.retrieve(framework='tensorflow',region='us-
west-2',version='2.11.0', 
                    image_scope='inference',instance_type='ml.g4dn.xlarge')

#create the model entity, endpoint configuration and endpoint
predictor = estimator.deploy(1,instance_type='ml.g4dn.xlarge',image_uri=container)

Teste o modelo usando um exemplo de dígito manuscrito do conjunto de dados MNIST usando 
o exemplo de código a seguir.

#Retrieve an example test dataset to test
import numpy as np
import matplotlib.pyplot as plt
from keras.datasets import mnist

# Load the MNIST dataset and split it into training and testing sets
(x_train, y_train), (x_test, y_test) = mnist.load_data()
# Select a random example from the training set
example_index = np.random.randint(0, x_train.shape[0])
example_image = x_train[example_index]
example_label = y_train[example_index]

# Print the label and show the image
print(f"Label: {example_label}")
plt.imshow(example_image, cmap='gray')
plt.show()

Converta o dígito manuscrito do teste em um formato que o TensorFlow possa ingerir e fazer 
uma previsão do teste.

from sagemaker.serializers import JSONSerializer
data = {"instances": example_image.tolist()}
predictor.serializer=JSONSerializer() #update the predictor to use the 
 JSONSerializer
predictor.predict(data) #make the prediction
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Para ver um exemplo completo que mostra como testar um contêiner personalizado localmente e 
enviá-lo para uma imagem do Amazon ECR, consulte o exemplo de bloco de anotações Crie seu 
próprio container do TensorFlow.

Tip

Para traçar o perfil e depurar trabalhos de treinamento para monitorar problemas de 
utilização do sistema (como gargalos da CPU e subutilização da GPU) e identificar 
problemas de treinamento (como sobreajuste, excesso de treinamento, explosão de 
tensores e gradientes que diminuem), use o Amazon SageMaker Debugger. Para obter mais 
informações, consulte Use o Depurador com contêineres de treinamento personalizados.

Etapa 6: limpar os recursos

Para limpar recursos quando terminar com o exemplo de introdução

1. Abra o console do SageMaker, selecione a instância de bloco de anotações
RunScriptNotebookInstance, escolha Ações e Interromper. Pode demorar alguns minutos para 
que a instância pare.

2. Depois que o status da instância mudar para Interrompido, escolha Ações, escolha Excluir e, em 
seguida, escolha Excluir na caixa de diálogo. Pode demorar alguns minutos para a exclusão da 
instância. A instância dos blocos de anotações desaparece da tabela quando é excluída.

3. Abra o console do Amazon S3 e exclua o bucket criado para armazenar artefatos do modelo e o 
conjunto de dados de treinamento.

4. Abra o console do IAM e exclua a função do IAM. Se você criou políticas de permissões, poderá 
excluí-las também.

Note

O contêiner do Docker é desligado automaticamente depois de ser executado. Você não 
precisa excluí-lo.

Blogs e estudos de caso

Os blogs a seguir discutem estudos de caso sobre o uso dos contêineres de treinamento 
personalizados no Amazon SageMaker.
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• Por que trazer o próprio contêiner para o Amazon SageMaker e como fazer isso da maneira certa,
Medium (20 de janeiro de 2023)

Adapte o trabalho de treinamento para acessar as imagens em um registro privado do 
Docker

Você pode usar um registro privado do Docker em vez de um Amazon Elastic Container Registry 
(Amazon ECR) para hospedar suas imagens de Treinamento do SageMaker. As instruções a seguir 
mostram como criar um registro do Docker, configurar a nuvem privada virtual (VPC) e o trabalho de 
treinamento, armazenar imagens e dar ao SageMaker acesso à imagem de treinamento no registro 
privado do docker. Essas instruções também mostram como usar um registro do Docker que exige 
autenticação para um trabalho de treinamento do SageMaker.

Criar e armazenar as imagens em um registro Docker privado

Criar um registro Docker privado para armazenar as imagens. Seu registro deve:

• usar o protocolo API HTTP de registro do Docker

• ser acessível na mesma VPC especificada no parâmetro VPCConfig na API
CreateTrainingJob. Insira VpcConfig ao criar o trabalho de treinamento.

• protegido com um certificado TLS de uma autoridade de certificação pública conhecida.

Para obter mais informações sobre como criar um registro do Docker, consulte Como implantar um 
servidor de registro.

Configure seu trabalho de treinamento de VPC e SageMaker

O SageMaker usa uma conexão de rede na VPC para acessar imagens no registro do Docker. Para 
usar as imagens no registro do Docker para treinamento, o registro deve estar acessível em uma 
Amazon VPC na sua conta. Para obter mais informações, consulte Use um registro do Docker que 
exija autenticação para treinamento.

Você também deve configurar o trabalho de treinamento para se conectar à mesma VPC à qual seu 
registro do Docker tem acesso. Para obter mais informações, consulte Configurar um trabalho de 
treinamento para acesso ao Amazon VPC .
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Crie um trabalho de treinamento usando uma imagem do seu registro privado do Docker

Para usar uma imagem do seu registro privado do Docker para treinamento, use o guia a seguir para 
configurar a imagem, configurar e criar um trabalho de treinamento. Os exemplos de código a seguir 
usam o cliente AWS SDK for Python (Boto3).

1. Crie um objeto de configuração de imagem de treinamento e insira Vpc, o campo
TrainingRepositoryAccessMode da seguinte forma.

training_image_config = { 
    'TrainingRepositoryAccessMode': 'Vpc'
}                        

Note

Se seu registro privado do Docker exigir autenticação, você deverá adicionar um 
objeto TrainingRepositoryAuthConfig ao objeto de configuração da imagem 
de treinamento. Você também deve especificar o nome do recurso da Amazon (ARN) 
de uma função AWS Lambda que fornece credenciais de acesso ao SageMaker 
usando o campo TrainingRepositoryCredentialsProviderArn do objeto
TrainingRepositoryAuthConfig. Para obter mais informações, consulte a estrutura 
de código de exemplo a seguir.

training_image_config = { 
   'TrainingRepositoryAccessMode': 'Vpc', 
   'TrainingRepositoryAuthConfig': { 
        'TrainingRepositoryCredentialsProviderArn': 
 'arn:aws:lambda:Region:Acct:function:FunctionName' 
   }
}                             

Para obter informações sobre como criar a função do Lambda para fornecer autenticação, 
consulte Use um registro do Docker que exija autenticação para treinamento.

2. Use um cliente Boto3 para criar um trabalho de treinamento e passar a configuração correta para 
a API create_training_job. As instruções a seguir mostram como configurar os componentes e criar 
um trabalho de treinamento.

Como adaptar o próprio contêiner de treinamento 5822

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html


Amazon SageMaker Guia do Desenvolvedor

a. Crie o objeto AlgorithmSpecification que você deseja passar para
create_training_job. Use o objeto de configuração da imagem de treinamento criado na 
etapa anterior, conforme exibido no seguinte exemplo de código.

algorithm_specification = { 
   'TrainingImage': 'myteam.myorg.com/docker-local/my-training-image:<IMAGE-TAG>', 
   'TrainingImageConfig': training_image_config, 
   'TrainingInputMode': 'File'
}                                 

Note

Para usar uma versão fixa, em vez de uma versão atualizada de uma imagem, consulte 
o resumo da imagem em vez de usar o nome ou a tag.

b. Especifique o nome do trabalho de treinamento e da função para a qual deseja passar para
create_training_job, conforme mostrado no seguinte exemplo de código.

training_job_name = 'private-registry-job'
execution_role_arn = 'arn:aws:iam::123456789012:role/SageMakerExecutionRole'

c. Especifique um grupo de segurança e uma sub-rede para a configuração da VPC para o 
trabalho de treinamento. Seu registro privado do Docker deve permitir o tráfego de entrada dos 
grupos de segurança que você especificar, conforme mostrado no exemplo de código a seguir.

vpc_config = { 
    'SecurityGroupIds': ['sg-0123456789abcdef0'], 
    'Subnets': ['subnet-0123456789abcdef0','subnet-0123456789abcdef1']
}

Note

Se sua sub-rede não estiver na mesma VPC que o registro privado do Docker, você 
deverá configurar uma conexão de rede entre as duas VPCs. Consulte Conectar VPCs 
usando emparelhamento de VPC para obter mais informações.

Como adaptar o próprio contêiner de treinamento 5823

https://docs.docker.com/engine/reference/commandline/pull/#pull-an-image-by-digest-immutable-identifier
https://docs.aws.amazon.com/vpc/latest/userguide/vpc-peering.html
https://docs.aws.amazon.com/vpc/latest/userguide/vpc-peering.html


Amazon SageMaker Guia do Desenvolvedor

d. Especifique a configuração de recursos, incluindo instâncias de computação de machine 
learning e volumes de armazenamento a serem usados para treinamento, conforme mostrado 
no exemplo de código a seguir.

resource_config = { 
    'InstanceType': 'ml.m4.xlarge', 
    'InstanceCount': 1, 
    'VolumeSizeInGB': 10,
}

e. Especifique a configuração dos dados de entrada e saída, onde o conjunto de dados de 
treinamento é armazenado e onde você deseja armazenar os artefatos do modelo, conforme 
mostrado no exemplo de código a seguir.

input_data_config = [ 
    { 
        "ChannelName": "training", 
        "DataSource": 
        { 
            "S3DataSource": 
            { 
                "S3DataDistributionType": "FullyReplicated", 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://your-training-data-bucket/training-data-folder" 
            } 
        } 
    }
]

output_data_config = { 
    'S3OutputPath': 's3://your-output-data-bucket/model-folder'
}

f. Especifique o número máximo de segundos que um trabalho de treinamento de modelo pode 
ser executado, conforme mostrado no exemplo de código a seguir.

stopping_condition = { 
    'MaxRuntimeInSeconds': 1800
}

g. Por fim, crie o trabalho de treinamento usando os parâmetros especificados nas etapas 
anteriores, conforme exibido no seguinte exemplo de código.
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import boto3
sm = boto3.client('sagemaker')
try: 
    resp = sm.create_training_job( 
        TrainingJobName=training_job_name, 
        AlgorithmSpecification=algorithm_specification, 
        RoleArn=execution_role_arn, 
        InputDataConfig=input_data_config, 
        OutputDataConfig=output_data_config, 
        ResourceConfig=resource_config, 
        VpcConfig=vpc_config, 
        StoppingCondition=stopping_condition 
    )
except Exception as e: 
    print(f'error calling CreateTrainingJob operation: {e}')
else: 
    print(resp)

Use um estimador do SageMaker para executar um trabalho de treinamento

Você também pode usar um estimador do SageMaker Python SDK para lidar com a configuração e a 
execução do trabalho de treinamento do SageMaker. Os exemplos de código a seguir mostram como 
configurar e executar um estimador usando imagens de um registro particular do Docker.

1. Importe as bibliotecas e dependências necessárias, conforme exibido no seguinte exemplo de 
código.

import boto3
import sagemaker
from sagemaker.estimator import Estimator

session = sagemaker.Session()

role = sagemaker.get_execution_role()

2. Forneça um Identificador de recursos uniforme (Uniform Resource Identifier, URI) para a imagem 
de treinamento, grupos de segurança e sub-redes para a configuração da VPC para o trabalho de 
treinamento, conforme mostrado no exemplo de código a seguir.

image_uri = "myteam.myorg.com/docker-local/my-training-image:<IMAGE-TAG>"
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security_groups = ["sg-0123456789abcdef0"]
subnets = ["subnet-0123456789abcdef0", "subnet-0123456789abcdef0"]

Para obter mais informações sobre security_group_ids e subnets, consulte a descrição 
apropriada do parâmetro na seção Estimadores do SageMaker Python SDK.

Note

O SageMaker usa uma conexão de rede na VPC para acessar imagens no registro do 
Docker. Para usar as imagens no registro do Docker para treinamento, o registro deve 
estar acessível em uma Amazon VPC na sua conta.

3. Opcionalmente, se o registro do Docker exigir autenticação, você também deverá especificar o 
nome do recurso da Amazon (ARN) de uma função AWS Lambda que fornece credenciais de 
acesso ao SageMaker. O exemplo a seguir mostra como especificar o ARN.

training_repository_credentials_provider_arn = "arn:aws:lambda:us-
west-2:1234567890:function:test"

Para obter mais informações sobre o uso de imagens em um registro do Docker que exige 
autenticação, consulte abaixo Usar um registro do Docker que exija autenticação para 
treinamento.

4. Use os exemplos de código das etapas anteriores para configurar um estimador, conforme 
mostrado no exemplo de código a seguir.

# The training repository access mode must be 'Vpc' for private docker registry jobs  
training_repository_access_mode = "Vpc"

# Specify the instance type, instance count you want to use
instance_type="ml.m5.xlarge"
instance_count=1

# Specify the maximum number of seconds that a model training job can run
max_run_time = 1800

# Specify the output path for the model artifacts
output_path = "s3://your-output-bucket/your-output-path"

estimator = Estimator( 
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    image_uri=image_uri, 
    role=role, 
    subnets=subnets, 
    security_group_ids=security_groups, 
    training_repository_access_mode=training_repository_access_mode, 
    
 training_repository_credentials_provider_arn=training_repository_credentials_provider_arn, 
  # remove this line if auth is not needed 
    instance_type=instance_type, 
    instance_count=instance_count, 
    output_path=output_path, 
    max_run=max_run_time
)

5. Inicie o trabalho de treinamento chamando estimator.fit com o nome do trabalho e o caminho 
de entrada como parâmetros, conforme mostrado no seguinte exemplo de código.

input_path = "s3://your-input-bucket/your-input-path"
job_name = "your-job-name"

estimator.fit( 
    inputs=input_path, 
    job_name=job_name
)

Use um registro do Docker que exija autenticação para treinamento

Se seu registro do Docker exigir autenticação, você deverá criar uma função AWS Lambda que 
forneça credenciais de acesso ao SageMaker. Em seguida, crie um trabalho de treinamento e 
forneça o ARN dessa função do Lambda dentro da API create_training_job. Por fim, você pode criar 
opcionalmente um Endpoint de interface da VPC para que sua VPC possa se comunicar com a 
função do Lambda sem enviar tráfego pela Internet. O guia a seguir mostra como criar uma função 
do Lambda, atribuir a ela a função correta e criar um Endpoint de interface da VPC.

Criar a função do Lambda

Crie uma função AWS Lambda que transmita as credenciais de acesso ao SageMaker e retorne uma 
resposta. O exemplo de código a seguir cria o manipulador da função do Lambda, da seguinte forma.

def handler(event, context): 
   response = { 
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      "Credentials": {"Username": "username", "Password": "password"} 
   } 
   return response

O tipo de autenticação usado para configurar o registro privado do Docker determina o conteúdo da 
resposta retornada pela função do Lambda da seguinte forma.

• Se seu registro privado do Docker usar autenticação básica, a função Lambda retornará o nome 
de usuário e a senha necessários para se autenticar no registro.

• Se o seu registro privado do Docker usar a autenticação do token do portador, o nome de usuário 
e a senha serão enviados ao seu servidor de autorização, que então retornará um token do 
portador. Esse token é então usado para se autenticar em seu registro privado do Docker.

Note

Se você tiver mais de uma função do Lambda para seus registros na mesma conta e a 
função de execução for a mesma para seus trabalhos de treinamento, os trabalhos de 
treinamento para registro terão acesso às funções do Lambda para outros registros.

Conceda as permissões de função corretas para a função do Lambda.

A Função do IAM que você usa na API create_training_job precisa ter permissão para chamar 
uma função AWS Lambda. O exemplo de código a seguir mostra como estender uma política de 
permissões a uma função do IAM para chamar myLambdaFunction.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "lambda:InvokeFunction" 
    ], 
    "Resource": [ 
        "arn:aws:lambda:*:*:function:*myLambdaFunction*" 
    ]
}

Para saber mais sobre como editar uma política de permissões de uma função, consulte Modificar a 
política de permissões de uma função (console), no Guia do usuário do Gerenciamento de acesso do 
AWS.
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Note

Uma função do IAM com uma política gerenciada do AmazonSageMakerFullAccess anexada 
tem permissão para chamar qualquer função do Lambda com “SageMaker” em seu nome.

Criar um Endpoint de interface da VPC para o Lambda

Se você criar um endpoint de interface, a Amazon VPC poderá se comunicar com a função do 
Lambda sem enviar tráfego pela Internet. Para obter mais informações, consulte Configurar 
endpoints da VPC de interface para o Lambda no Guia do desenvolvedor AWS Lambda.

Depois que seu endpoint de interface for criado, o treinamento do SageMaker 
chamará sua função do Lambda enviando uma solicitação por meio de sua VPC para
lambda.region.amazonaws.com. Se você selecionar Habilitar nome DNS ao criar seu endpoint 
de interface, o Amazon Route 53 roteará a chamada para o endpoint da interface Lambda. Se você 
usar um provedor de DNS diferente, deverá relacionar o lambda.region.amazonaws.co ao 
endpoint da interface Lambda.

Como adaptar o próprio contêiner de inferência

Se você não puder usar nenhuma das imagens listadas na Use imagens pré-construídas do 
SageMaker Docker Amazon SageMaker para seu caso de uso, você pode criar seu próprio contêiner 
Docker e usá-lo internamente SageMaker para treinamento e inferência. Para ser compatível com 
SageMaker, seu contêiner deve ter as seguintes características:

• Seu contêiner deve ter uma listagem de servidores web na porta8080.

• Seu contêiner deve aceitar POST solicitações para os endpoints /invocations e /ping em 
tempo real. As solicitações enviadas para esses endpoints devem ser retornadas em 60 segundos 
e ter um tamanho máximo de 6 MB.

Para obter mais informações e um exemplo de como criar seu próprio contêiner do Docker para 
treinamento e inferência SageMaker, consulte Como criar seu próprio contêiner de algoritmo.

O guia a seguir mostra como usar um JupyterLab espaço com o Amazon SageMaker Studio 
Classic para adaptar um contêiner de inferência para funcionar com SageMaker hospedagem. O 
exemplo usa um servidor NGINX web, Gunicorn como uma interface de gateway de servidor Python 
web e Flask como uma estrutura de aplicativo web. Você pode usar aplicativos diferentes para 
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adaptar seu contêiner, desde que ele atenda aos requisitos listados anteriormente. Para obter mais 
informações sobre como usar seu próprio código de inferência, consulteUsar seu próprio código de 
inferência com serviços de hospedagem.

Adapte seu contêiner de inferência

Use as etapas a seguir para adaptar seu próprio contêiner de inferência para funcionar com 
SageMaker hospedagem. O exemplo mostrado nas etapas a seguir usa um modelo pré-treinado de 
Reconhecimento de Entidade Nomeada (NER) que usa a biblioteca de processamento de linguagem 
natural (NLP) do SpacY paraPython:

• A Dockerfile para criar o contêiner que contém o NER modelo.

• Scripts de inferência para servir ao NER modelo.

Se você adaptar esse exemplo para seu caso de uso, deverá usar scripts a Dockerfile e de inferência 
necessários para implantar e servir seu modelo.

1. Crie JupyterLab espaço com o Amazon SageMaker Studio Classic (opcional).

Você pode usar qualquer notebook para executar scripts e adaptar seu contêiner de inferência 
à SageMaker hospedagem. Este exemplo mostra como usar um JupyterLab espaço no Amazon 
SageMaker Studio Classic para iniciar um JupyterLab aplicativo que vem com uma imagem 
SageMaker de distribuição. Para ter mais informações, consulte SageMaker JupyterLab.

2. Faça upload de um Docker arquivo e scripts de inferência.

1. Crie uma nova pasta no seu diretório pessoal. Se você estiver usandoJupyterLab, no canto 
superior esquerdo, escolha o ícone Nova pasta e insira um nome de pasta para conter sua. 
Dockerfile Neste exemplo, a pasta é chamadadocker_test_folder.

2. Faça upload de um arquivo de Dockerfile texto em sua nova pasta. Veja a seguir um exemplo 
Dockerfile que cria um Docker contêiner com um modelo pré-treinado de Reconhecimento de 
Entidade Nomeada (NER) da SpacY, os aplicativos e as variáveis de ambiente necessárias 
para executar o exemplo:

FROM python:3.8

RUN apt-get -y update && apt-get install -y --no-install-recommends \ 
         wget \ 
         python3 \ 
         nginx \ 
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         ca-certificates \ 
    && rm -rf /var/lib/apt/lists/*

RUN wget https://bootstrap.pypa.io/get-pip.py && python3 get-pip.py && \ 
    pip install flask gevent gunicorn && \ 
        rm -rf /root/.cache

#pre-trained model package installation
RUN pip install spacy
RUN python -m spacy download en

# Set environment variables
ENV PYTHONUNBUFFERED=TRUE
ENV PYTHONDONTWRITEBYTECODE=TRUE
ENV PATH="/opt/program:${PATH}"

COPY NER /opt/program
WORKDIR /opt/program

No exemplo de código anterior, a variável de ambiente PYTHONUNBUFFERED Python evita 
armazenar em buffer o fluxo de saída padrão, o que permite uma entrega mais rápida de 
registros ao usuário. A variável de ambiente PYTHONDONTWRITEBYTECODE evita Python 
a gravação de .pyc arquivos de bytecode compilados, que são desnecessários para esse 
caso de uso. A variável de ambiente PATH é usada para identificar a localização dos serve
programas train e quando o contêiner é invocado.

3. Crie um novo diretório dentro de sua nova pasta para conter scripts para servir ao seu 
modelo. Este exemplo usa um diretório chamadoNER, que contém os seguintes scripts 
necessários para executar este exemplo:

• predictor.py— Um Python script que contém a lógica para carregar e realizar 
inferências com seu modelo.

• nginx.conf— Um script para configurar um servidor web.

• serve— Um script que inicia um servidor de inferência.

• wsgi.py— Um script auxiliar para servir a um modelo.
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Important

Se você copiar seus scripts de inferência em um caderno que termina em .ipynb
e renomeá-los, seu script pode conter caracteres de formatação que impedirão a 
implantação do endpoint. Em vez disso, crie um arquivo de texto e renomeie-o.

4. Faça upload de um script para disponibilizar seu modelo para inferência. A seguir está um 
exemplo de script chamado predictor.py that usa Flask para fornecer os /invocations
endpoints /ping e:

from flask import Flask
import flask
import spacy
import os
import json
import logging

#Load in model
nlp = spacy.load('en_core_web_sm')  
#If you plan to use a your own model artifacts,  
#your model artifacts should be stored in /opt/ml/model/  

# The flask app for serving predictions
app = Flask(__name__)
@app.route('/ping', methods=['GET'])
def ping(): 
    # Check if the classifier was loaded correctly 
    health = nlp is not None 
    status = 200 if health else 404 
    return flask.Response(response= '\n', status=status, mimetype='application/
json')

@app.route('/invocations', methods=['POST'])
def transformation(): 
     
    #Process input 
    input_json = flask.request.get_json() 
    resp = input_json['input'] 
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    #NER 
    doc = nlp(resp) 
    entities = [(X.text, X.label_) for X in doc.ents] 

    # Transform predictions to JSON 
    result = { 
        'output': entities 
        } 

    resultjson = json.dumps(result) 
    return flask.Response(response=resultjson, status=200, mimetype='application/
json')

O /ping endpoint no exemplo de script anterior retorna um código de status de 200 se 
o modelo foi carregado corretamente e 404 se o modelo foi carregado incorretamente. O
/invocations endpoint processa uma solicitação formatada emJSON, extrai o campo 
de entrada e usa o NER modelo para identificar e armazenar entidades nas entidades 
variáveis. O Flask aplicativo retorna a resposta que contém essas entidades. Para obter mais 
informações sobre essas solicitações de saúde obrigatórias, consulteComo o contêiner deve 
responder a solicitações de verificação de integridade (ping).

5. Faça upload de um script para iniciar um servidor de inferência. O exemplo de script a seguir 
é serve usado Gunicorn como servidor de aplicativos e Nginx como servidor web:

#!/usr/bin/env python

# This file implements the scoring service shell. You don't necessarily need to 
 modify it for various
# algorithms. It starts nginx and gunicorn with the correct configurations and 
 then simply waits until
# gunicorn exits.
#
# The flask server is specified to be the app object in wsgi.py
#
# We set the following parameters:
#
# Parameter                Environment Variable              Default Value
# ---------                --------------------              -------------
# number of workers        MODEL_SERVER_WORKERS              the number of CPU 
 cores
# timeout                  MODEL_SERVER_TIMEOUT              60 seconds
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import multiprocessing
import os
import signal
import subprocess
import sys

cpu_count = multiprocessing.cpu_count()

model_server_timeout = os.environ.get('MODEL_SERVER_TIMEOUT', 60)
model_server_workers = int(os.environ.get('MODEL_SERVER_WORKERS', cpu_count))

def sigterm_handler(nginx_pid, gunicorn_pid): 
    try: 
        os.kill(nginx_pid, signal.SIGQUIT) 
    except OSError: 
        pass 
    try: 
        os.kill(gunicorn_pid, signal.SIGTERM) 
    except OSError: 
        pass 

    sys.exit(0)

def start_server(): 
    print('Starting the inference server with {} 
 workers.'.format(model_server_workers)) 

    # link the log streams to stdout/err so they will be logged to the container 
 logs 
    subprocess.check_call(['ln', '-sf', '/dev/stdout', '/var/log/nginx/
access.log']) 
    subprocess.check_call(['ln', '-sf', '/dev/stderr', '/var/log/nginx/
error.log']) 

    nginx = subprocess.Popen(['nginx', '-c', '/opt/program/nginx.conf']) 
    gunicorn = subprocess.Popen(['gunicorn', 
                                 '--timeout', str(model_server_timeout), 
                                 '-k', 'sync', 
                                 '-b', 'unix:/tmp/gunicorn.sock', 
                                 '-w', str(model_server_workers), 
                                 'wsgi:app']) 
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    signal.signal(signal.SIGTERM, lambda a, b: sigterm_handler(nginx.pid, 
 gunicorn.pid)) 

    # Exit the inference server upon exit of either subprocess 
    pids = set([nginx.pid, gunicorn.pid]) 
    while True: 
        pid, _ = os.wait() 
        if pid in pids: 
            break 

    sigterm_handler(nginx.pid, gunicorn.pid) 
    print('Inference server exiting')

# The main routine to invoke the start function.

if __name__ == '__main__': 
    start_server()

O exemplo de script anterior define uma função de manipulador de sinalsigterm_handler, 
que desliga os Gunicorn subprocessos Nginx e quando recebe um sinal. SIGTERM Uma
start_server função inicia o manipulador de sinal, inicia e monitora os Nginx Gunicorn 
subprocessos e captura fluxos de log.

6. Faça upload de um script para configurar seu servidor web. O exemplo de script a 
seguirnginx.conf, chamado, configura um servidor Nginx web usando Gunicorn como 
servidor de aplicativos para servir seu modelo para inferência:

worker_processes 1;
daemon off; # Prevent forking

pid /tmp/nginx.pid;
error_log /var/log/nginx/error.log;

events { 
  # defaults
}

http { 
  include /etc/nginx/mime.types; 
  default_type application/octet-stream; 
  access_log /var/log/nginx/access.log combined; 
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  upstream gunicorn { 
    server unix:/tmp/gunicorn.sock; 
  } 

  server { 
    listen 8080 deferred; 
    client_max_body_size 5m; 

    keepalive_timeout 5; 
    proxy_read_timeout 1200s; 

    location ~ ^/(ping|invocations) { 
      proxy_set_header X-Forwarded-For $proxy_add_x_forwarded_for; 
      proxy_set_header Host $http_host; 
      proxy_redirect off; 
      proxy_pass http://gunicorn; 
    } 

    location / { 
      return 404 "{}"; 
    } 
  }
}

O exemplo de script anterior é configurado Nginx para ser executado em primeiro plano, 
define o local para capturar e define upstream como o error_log soquete do Gunicorn 
servidor. O servidor configura o bloco do servidor para escutar na porta8080, define limites no 
tamanho do corpo da solicitação do cliente e nos valores de tempo limite. O bloco do servidor 
encaminha solicitações contendo um /ping ou /invocations caminhos para o Gunicorn
server http://gunicorn e retorna um 404 erro para outros caminhos.

7. Faça upload de todos os outros scripts necessários para atender ao seu modelo. Este 
exemplo precisa do seguinte exemplo de script chamado wsgi.py para ajudar a Gunicorn 
encontrar seu aplicativo:

import predictor as myapp

# This is just a simple wrapper for gunicorn to find your app.
# If you want to change the algorithm file, simply change "predictor" above to 
 the
# new file.
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app = myapp.app

Na pastadocker_test_folder, sua estrutura de diretórios deve conter a Dockerfile e a 
pastaNER. A NER pasta deve conter os arquivosnginx.conf,, predictor.pyserve, e da
wsgi.py seguinte forma:

3. Crie seu próprio contêiner.

Na pastadocker_test_folder, crie seu Docker contêiner. O comando de exemplo a seguir 
criará o Docker contêiner que está configurado em seuDockerfile:

! docker build -t byo-container-test .

O comando anterior criará um contêiner chamado byo-container-test no diretório de 
trabalho atual. Para obter mais informações sobre os parâmetros de Docker construção, 
consulte Argumentos de construção.

Note

Se você receber a seguinte mensagem de erro que Docker não consegue encontrar 
o.Dockerfile, verifique se o Dockerfile tem o nome correto e foi salvo no diretório.

unable to prepare context: unable to evaluate symlinks in Dockerfile path:
lstat /home/ec2-user/SageMaker/docker_test_folder/Dockerfile: no such file 
 or directory

Dockerprocura um arquivo chamado especificamente Dockerfile sem nenhuma extensão 
no diretório atual. Se você o nomeou de outra forma, poderá passar o nome do arquivo 
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manualmente com a sinalização -f. Por exemplo, se você nomeou seu Dockerfile 
comoDockerfile-text.txt, crie seu Docker contêiner usando a -f sinalização seguida pelo 
seu arquivo da seguinte forma:

! docker build -t byo-container-test -f Dockerfile-text.txt .

4. Envie sua Docker imagem para um Amazon Elastic Container Registry (Amazon ECR)

Em uma célula de notebook, envie sua Docker imagem para um ECR. O exemplo de código a 
seguir mostra como criar seu contêiner localmente, fazer login e enviá-lo para um ECR:

%%sh
# Name of algo -> ECR
algorithm_name=sm-pretrained-spacy

#make serve executable
chmod +x NER/serve
account=$(aws sts get-caller-identity --query Account --output text)
# Region, defaults to us-west-2
region=$(aws configure get region)
region=${region:-us-east-1}
fullname="${account}.dkr.ecr.${region}.amazonaws.com/${algorithm_name}:latest"
# If the repository doesn't exist in ECR, create it.
aws ecr describe-repositories --repository-names "${algorithm_name}" > /dev/null 
 2>&1
if [ $? -ne 0 ]
then 
    aws ecr create-repository --repository-name "${algorithm_name}" > /dev/nullfi
# Get the login command from ECR and execute it directly
aws ecr get-login-password --region ${region}|docker login --username AWS --
password-stdin ${fullname}
# Build the docker image locally with the image name and then push it to ECR
# with the full name.

docker build  -t ${algorithm_name} .
docker tag ${algorithm_name} ${fullname}

docker push ${fullname}

No exemplo anterior, mostra como executar as seguintes etapas necessárias para enviar o 
contêiner Docker de exemplo para um ECR:
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a. Defina o nome do algoritmo comosm-pretrained-spacy.

b. Torne o serve arquivo dentro da NER pasta executável.

c. Defina Região da AWS o.

d. Crie um ECR se ele ainda não existir.

e. Faça login no ECR.

f. Crie o Docker contêiner localmente.

g. Empurre a Docker imagem para o ECR.

5. Configurar o SageMaker cliente

Se quiser usar serviços de SageMaker hospedagem para inferência, você deve criar um modelo, 
criar uma configuração de endpoint e criar um endpoint. Para obter inferências do seu endpoint, 
você pode usar o cliente SageMaker boto3 Runtime para invocar seu endpoint. O código a 
seguir mostra como configurar o SageMaker cliente e o cliente SageMaker Runtime usando o 
cliente SageMaker boto3:

import boto3
from sagemaker import get_execution_role

sm_client = boto3.client(service_name='sagemaker')
runtime_sm_client = boto3.client(service_name='sagemaker-runtime')

account_id = boto3.client('sts').get_caller_identity()['Account']
region = boto3.Session().region_name

#used to store model artifacts which SageMaker will extract to /opt/ml/model in the 
 container,  
#in this example case we will not be making use of S3 to store the model artifacts
#s3_bucket = '<S3Bucket>'

role = get_execution_role()

No exemplo de código anterior, o bucket do Amazon S3 não é usado, mas inserido como um 
comentário para mostrar como armazenar artefatos do modelo.

Se você receber um erro de permissão depois de executar o exemplo de código anterior, 
talvez seja necessário adicionar permissões à sua função do IAM. Para obter mais informações 
sobre perfis do IAM, consulte Gerente de SageMaker funções da Amazon. Para obter mais 
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informações sobre como adicionar permissões à sua função atual, consulteAWSPolíticas 
gerenciadas para a Amazon SageMaker.

6. Crie seu modelo.

Se você quiser usar serviços de SageMaker hospedagem para inferência, deverá criar um 
modelo em SageMaker. O exemplo de código a seguir mostra como criar o spaCy NER modelo 
dentro de SageMaker:

from time import gmtime, strftime

model_name = 'spacy-nermodel-' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
# MODEL S3 URL containing model atrifacts as either model.tar.gz or extracted 
 artifacts.  
# Here we are not   
#model_url = 's3://{}/spacy/'.format(s3_bucket)  

container = '{}.dkr.ecr.{}.amazonaws.com/sm-pretrained-
spacy:latest'.format(account_id, region)
instance_type = 'ml.c5d.18xlarge'

print('Model name: ' + model_name)
#print('Model data Url: ' + model_url)
print('Container image: ' + container)

container = {
'Image': container
}

create_model_response = sm_client.create_model( 
    ModelName = model_name, 
    ExecutionRoleArn = role, 
    Containers = [container])

print("Model Arn: " + create_model_response['ModelArn'])

O exemplo de código anterior mostra como definir um model_url usando o s3_bucket
se você fosse usar o bucket do Amazon S3 a partir dos comentários na Etapa 5 e define 
o URI do ECR para a imagem do contêiner. Os exemplos de código anteriores definem
ml.c5d.18xlarge como o tipo de instância. Você também pode escolher um tipo de instância 
diferente. Para obter mais informações sobre os tipos de instância disponíveis, consulte Tipos de
instância do Amazon EC2.
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No exemplo de código anterior, a Image chave aponta para o URI da imagem do contêiner. A
create_model_response definição usa o create_model method para criar um modelo e 
retornar o nome do modelo, a função e uma lista contendo as informações do contêiner.

Veja a seguir um exemplo de saída do script anterior:

Model name: spacy-nermodel-YYYY-MM-DD-HH-MM-SS
Model data Url: s3://spacy-sagemaker-us-east-1-bucket/spacy/
Container image: 123456789012.dkr.ecr.us-east-2.amazonaws.com/sm-pretrained-
spacy:latest
Model Arn: arn:aws:sagemaker:us-east-2:123456789012:model/spacy-nermodel-YYYY-MM-
DD-HH-MM-SS

7. a. Configurar e criar um endpoint

Para usar a SageMaker hospedagem para inferência, você também deve configurar e criar 
um endpoint. SageMaker usará esse endpoint para inferência. O exemplo de configuração 
a seguir mostra como gerar e configurar um endpoint com o tipo de instância e o nome do 
modelo que você definiu anteriormente:

endpoint_config_name = 'spacy-ner-config' + strftime("%Y-%m-%d-%H-%M-%S", 
 gmtime())
print('Endpoint config name: ' + endpoint_config_name)

create_endpoint_config_response = sm_client.create_endpoint_config( 
    EndpointConfigName = endpoint_config_name, 
    ProductionVariants=[{ 
        'InstanceType': instance_type, 
        'InitialInstanceCount': 1, 
        'InitialVariantWeight': 1, 
        'ModelName': model_name, 
        'VariantName': 'AllTraffic'}]) 
         
print("Endpoint config Arn: " + 
 create_endpoint_config_response['EndpointConfigArn'])

No exemplo de configuração anterior, create_endpoint_config_response associa 
o a um nome de configuração de endpoint exclusivo criado model_name com um
endpoint_config_name carimbo de data/hora.
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Veja a seguir um exemplo de saída do script anterior:

Endpoint config name: spacy-ner-configYYYY-MM-DD-HH-MM-SS
Endpoint config Arn: arn:aws:sagemaker:us-east-2:123456789012:endpoint-config/
spacy-ner-config-MM-DD-HH-MM-SS

Para obter mais informações sobre erros de endpoint, consulte Por que meu SageMaker 
endpoint da Amazon entra em estado de falha quando eu crio ou atualizo um endpoint?

b. Crie um endpoint e aguarde até que o endpoint esteja em serviço.

O exemplo de código a seguir cria o endpoint usando a configuração do exemplo de 
configuração anterior e implanta o modelo:

%%time

import time

endpoint_name = 'spacy-ner-endpoint' + strftime("%Y-%m-%d-%H-%M-%S", gmtime())
print('Endpoint name: ' + endpoint_name)

create_endpoint_response = sm_client.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name)
print('Endpoint Arn: ' + create_endpoint_response['EndpointArn'])

resp = sm_client.describe_endpoint(EndpointName=endpoint_name)
status = resp['EndpointStatus']
print("Endpoint Status: " + status)

print('Waiting for {} endpoint to be in service...'.format(endpoint_name))
waiter = sm_client.get_waiter('endpoint_in_service')
waiter.wait(EndpointName=endpoint_name)

No exemplo de código anterior, o create_endpoint método cria o endpoint com o nome 
do endpoint gerado criado no exemplo de código anterior e imprime o Amazon Resource 
Name do endpoint. O describe_endpoint método retorna informações sobre o endpoint 
e seu status. Um SageMaker garçom espera que o endpoint esteja em serviço.

8. Teste seu endpoint.
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Quando seu endpoint estiver em serviço, envie uma solicitação de invocação para seu endpoint. 
O exemplo de código a seguir mostra como enviar uma solicitação de teste para seu endpoint:

import json
content_type = "application/json"
request_body = {"input": "This is a test with NER in America with \ 
    Amazon and Microsoft in Seattle, writing random stuff."}

#Serialize data for endpoint
#data = json.loads(json.dumps(request_body))
payload = json.dumps(request_body)

#Endpoint invocation
response = runtime_sm_client.invoke_endpoint(
EndpointName=endpoint_name,
ContentType=content_type,
Body=payload)

#Parse results
result = json.loads(response['Body'].read().decode())['output']
result

No exemplo de código anterior, o método json.dumps serializa o request_body em uma 
string formatada em JSON e a salva na carga útil da variável. Em seguida, o cliente SageMaker 
Runtime usa o método invoke endpoint para enviar a carga para seu endpoint. O resultado 
contém a resposta do seu endpoint após extrair o campo de saída.

O exemplo de código anterior deve retornar a seguinte saída:

[['NER', 'ORG'], 
 ['America', 'GPE'], 
 ['Amazon', 'ORG'], 
 ['Microsoft', 'ORG'], 
 ['Seattle', 'GPE']]

9. Exclua seu endpoint

Depois de concluir suas invocações, exclua seu endpoint para conservar recursos. O exemplo 
de código a seguir mostra como excluir seu endpoint:

sm_client.delete_endpoint(EndpointName=endpoint_name)
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sm_client.delete_endpoint_config(EndpointConfigName=endpoint_config_name)
sm_client.delete_model(ModelName=model_name)

Para obter um caderno completo contendo o código deste exemplo, consulte BYOC-single-
model.

Solução de problemas na implantação do seu contêiner

Se seu endpoint não foi implantado, verifique os registros de CloudWatch eventos da Amazon da 
seguinte forma:

1. No painel de navegação SageMaker do console https://console.aws.amazon.com/sagemaker/, 
escolha Inferência.

2. Em Inferência, escolha Endpoints.

3. Encontre seu endpoint em Nome e clique no nome do endpoint. Neste exemplo, o nome seguiria 
a convenção spacy-ner-configYYYY-MM-DD-HH-MM-SS de nomenclatura.

4. Em Resumo do endpoint, escolha o link em Model container logs.

5. Escolha o fluxo de log mais recente na caixa Streams de log.

Use a lista a seguir para solucionar problemas de implantação do seu endpoint. Se precisar de mais 
ajuda, entre em contato com o AWSSupport ou AWSDeveloper Forums for Amazon SageMaker.

Tópicos

• Erro de nome

• Cota insuficiente

• Erro de tempo limite do upstream

Erro de nome

Se os registros indicaremNameError: name 'null' is not defined, certifique-se de que 
seus scripts não foram criados em um caderno que termina em .ipnyb e depois renomeados 
para outro nome de arquivo, comoDockerfile. Quando você cria um notebook, a formatação de 
caracteres pode impedir que seu endpoint seja implantado. Se você receber esse erro e alterar seus 
scripts para corrigi-lo, talvez seja necessário reiniciar o kernel para que as alterações entrem em 
vigor.
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Cota insuficiente

Se você receber um ResourceLimitExceeded erro, deverá solicitar uma cota adicional da 
seguinte forma:

Solicite um aumento AWS de Quotas de Serviço

1. Recupere o nome da instância, a cota atual e a cota necessária na mensagem de erro na tela. 
Por exemplo, no seguinte exemplo de erro:

• O nome da instância éml.c5d.18xlarge.

• A cota atual do número a seguir current utilization é1 instances.

• A cota adicional exigida do número a seguir request delta é1 instances.

O exemplo de erro é o seguinte:

ResourceLimitExceeded: An error occurred (ResourceLimitExceeded)  
when calling the CreateEndpoint operation: The account-level service limit
'ml.c5d.18xlarge for endpoint usage' is 1 Instances, with current utilization  
of 1 Instances and a request delta of 1 Instances. Please use AWS Service Quotas
to request an increase for this quota. If  AWS Service Quotas is not available,  
contact AWS support to request an increase for this quota.

2. Faça login AWS Management Console e abra o console Service Quotas.

3. No painel de navegação, em Gerenciar cotas, insira Amazon. SageMaker

4. Escolha Exibir cotas.

5. Na barra de pesquisa, em Cotas de serviço, insira o nome da instância da Etapa 1. Por exemplo, 
usando as informações contidas na mensagem de erro da Etapa 1, insiraml.c5d.18xlarge.

6. Escolha o nome da cota que aparece ao lado do nome da instância e termina com para uso 
do endpoint. Por exemplo, usando as informações contidas na mensagem de erro da Etapa 1, 
escolha ml.g5.12xlarge o uso do endpoint.

7. Escolha Solicitar aumento no nível da conta.

8. Em Aumentar valor da cota, insira a cota necessária a partir das informações fornecidas na 
mensagem de erro da Etapa 1. Insira o total de current utilization request delta e. 
No exemplo anterior, o erro current utilization é 1 Instances e o request delta é1 
Instances. Neste exemplo, solicite uma cota de 2 para fornecer a cota necessária.

9. Escolha Solicitar.
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10. Escolha Histórico de solicitações de cotas no painel de navegação.

11. Quando o status mudar de Pendente para Aprovado, execute seu trabalho novamente. Talvez 
seja necessário atualizar seu navegador para ver a alteração.

Para obter mais informações sobre como solicitar um aumento em sua cota, consulte Solicitando um
aumento de cota.

Erro de tempo limite do upstream

Se você receber uma upstream timed out (110: Connection timed out) mensagem de 
erro, tente o seguinte:

• Reduza a latência do contêiner ou aumente o limite de tempo limite do contêiner. SageMaker exige 
que seu contêiner responda a uma solicitação em 60 segundos.

• Aumente o tempo até que seu servidor web espere por uma resposta do modelo.

Para obter mais informações sobre erros de tempo limite, consulte Como posso resolver o erro 
de SageMaker inferência da Amazon “upstream timed out (110: tempo limite de conexão) ao ler o 
cabeçalho de resposta do upstream”?

Criar um contêiner com seus próprios algoritmos e modelos.

Se nenhum dos SageMaker contêineres existentes atender às suas necessidades e você não tiver 
um contêiner próprio, talvez seja necessário criar um novo contêiner Docker. As seções a seguir 
mostram como criar contêineres do Docker com seus algoritmos de treinamento e inferência para 
uso com. SageMaker

Tópicos

• Usar algoritmos de treinamento próprios

• Usar o próprio código de inferência

Usar algoritmos de treinamento próprios

Esta seção explica como a Amazon SageMaker interage com um contêiner Docker que executa 
seu algoritmo de treinamento personalizado. Use essas informações para escrever código de 
treinamento e criar uma imagem do Docker para seus algoritmos de treinamento.
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Tópicos

• Como a Amazon SageMaker executa sua imagem de treinamento

• Como a Amazon SageMaker fornece informações de treinamento

• Executar treinamento com EFA

• Como a Amazon SageMaker sinaliza o sucesso e o fracasso do algoritmo

• Como a Amazon SageMaker processa os resultados de treinamento

Como a Amazon SageMaker executa sua imagem de treinamento

Você pode usar um script de ponto de entrada personalizado para automatizar a infraestrutura 
para treinar em um ambiente de produção. Se você passar seu script de ponto de entrada para o 
contêiner do Docker, também poderá executá-lo como um script independente sem reconstruir suas 
imagens. SageMakerprocessa sua imagem de treinamento usando um script de ponto de entrada do 
contêiner Docker.

Esta seção mostra como usar um ponto de entrada personalizado sem o uso do kit de ferramentas 
de treinamento. Se você quiser usar um ponto de entrada personalizado, mas não estiver 
familiarizado com a configuração manual de um contêiner do Docker, recomendamos que você use 
a biblioteca do kit de ferramentas de SageMaker treinamento. Para mais informações sobre como 
utilizar o kit de ferramentas de treino, consulte Como adaptar o próprio contêiner de treinamento.

Por padrão, SageMaker procura um script chamado train dentro do seu contêiner. Você 
também pode fornecer manualmente seu próprio ponto de entrada personalizado usando os
ContainerEntrypoint parâmetros ContainerArguments e da AlgorithmSpecificationAPI.

Você tem as duas opções a seguir para configurar manualmente o contêiner do Docker para 
executar sua imagem.

• Use a CreateTrainingJobAPI e um contêiner do Docker com uma instrução de ponto de entrada 
contida nele.

• Use a API CreateTrainingJob e aprove o script de treinamento de fora do contêiner do Docker.

Se você aprovar o script de treinamento de fora do contêiner do Docker, não precisará reconstruir 
o contêiner do Docker ao atualizar o script. Você também pode usar vários scripts diferentes para 
serem executados no mesmo contêiner.
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Seu script de ponto de entrada deve conter o código de treinamento para sua imagem. Se você 
usar o parâmetro opcional source_dir dentro de um estimador, ele deverá referenciar o caminho 
relativo do Amazon S3 para a pasta que contém o script de ponto de entrada. Você pode referenciar 
vários arquivos usando o parâmetro source_dir. Se você não usar o source_dir, poderá 
especificar o ponto de entrada usando o parâmetro entry_point. Para ver um exemplo de um 
script de ponto de entrada personalizado que contém um estimador, consulte Traga seu próprio 
modelo com o modo de script. SageMaker

Execute um trabalho de treinamento com um script de ponto de entrada incluído no contêiner do 
Docker

SageMaker pode executar um script de ponto de entrada empacotado dentro do seu contêiner 
Docker.

• Por padrão, a Amazon SageMaker executa o seguinte contêiner.

docker run image train

• SageMaker substitui todas as instruções CMD padrão em um contêiner especificando o train
argumento após o nome da imagem. No arquivo do contêiner do Docker, use o formulário exec da 
instrução ENTRYPOINT.

ENTRYPOINT ["executable", "param1", "param2", ...]

O exemplo a seguir mostra como especificar uma instrução de ponto de entrada do python 
chamada k-means-algorithm.py.

ENTRYPOINT ["python", "k-means-algorithm.py"]

A forma exec da instrução ENTRYPOINT inicia o executável diretamente, não como elemento filho 
de /bin/sh. Isso permite que ele receba sinais como SIGTERM e SIGKILL de SageMaker APIs. 
As condições a seguir se aplicam ao usar as SageMaker APIs.

• A CreateTrainingJobAPI tem uma condição de parada que SageMaker direciona a 
interrupção do treinamento do modelo após um tempo específico.

• A seguir, a API do StopTrainingJob. Esta API emite o equivalente do docker stop, 
com um comando de tempo limite de 2 minutos, para interromper tranquilamente o contêiner 
especificado.
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docker stop -t 120

Para tentar interromper o contêiner em execução, o comando envia um sinal SIGTERM. Após 
o tempo limite de 2 minutos, a API envia SIGKILL e interrompe os contêineres à força. Se o 
contêiner manipula o sinal SIGTERM com tranquilidade e sai dentro de 120 segundos após 
recebê-lo, nenhum sinal SIGKILL é enviado.

Se você quiser acessar os artefatos do modelo intermediário após SageMaker interromper 
o treinamento, adicione código para lidar com o salvamento de artefatos em seu SIGTERM
manipulador.

• Se você planeja usar dispositivos de GPU para treinamento de modelos, os contêineres devem 
ser compatíveis com nvidia-docker. Somente o kit de ferramentas CUDA deve ser incluído em 
contêineres. Não empacote drivers NVIDIA com a imagem. Para obter mais informações sobre
nvidia-docker, consulte NVIDIA/nvidia-docker.

• Você não pode usar o tini inicializador como seu script de ponto de entrada em SageMaker 
contêineres porque ele fica confuso com os argumentos e. train serve

• /opt/mle todos os subdiretórios são reservados por SageMaker treinamento. Ao criar a imagem 
do Docker do seu algoritmo, certifique-se de não colocar nenhum dado exigido pelo seu algoritmo 
nesse diretório. Porque se você fizer isso, os dados podem não estar mais visíveis durante o 
treinamento.

Para agrupar os scripts de shell ou Python na imagem do Docker, ou para fornecer o script em um 
bucket do Amazon S3 ou usando a (CLI) AWS Command Line Interface, continue na seção a seguir.

Agrupe o script de shell em um contêiner do Docker

Se você quiser agrupar um script de shell personalizado em sua imagem do Docker, use as etapas a 
seguir.

1. Copie o script de shell do diretório de trabalho para dentro do contêiner do Docker. O trecho de 
código a seguir copia um script de ponto de entrada personalizado custom_entrypoint.sh do 
diretório de trabalho atual para um contêiner do Docker localizado em mydir. O exemplo a seguir 
pressupõe que a imagem do Docker de base tem o Python instalado.

FROM <base-docker-image>:<tag>
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# Copy custom entrypoint from current dir to /mydir on container
COPY ./custom_entrypoint.sh /mydir/ 

2. Crie e envie um contêiner do Docker para o Amazon Elastic Container Registry (Amazon ECR) 
seguindo as instruções em Enviar uma imagem do Docker no Guia do usuário do Amazon ECR.

3. Inicie o trabalho de treinamento executando o comando AWS CLI a seguir.

aws --region <your-region> sagemaker create-training-job \
--training-job-name <your-training-job-name> \
--role-arn <your-execution-role-arn> \
--algorithm-specification '{ \  
    "TrainingInputMode": "File", \ 
    "TrainingImage": "<your-ecr-image>", \ 
    "ContainerEntrypoint": ["/bin/sh"], \ 
    "ContainerArguments": ["/mydir/custom_entrypoint.sh"]}' \
--output-data-config '{"S3OutputPath": "s3://custom-entrypoint-output-bucket/"}' \
--resource-config 
 '{"VolumeSizeInGB":10,"InstanceCount":1,"InstanceType":"ml.m5.2xlarge"}' \
--stopping-condition '{"MaxRuntimeInSeconds": 180}'                     

Agrupe o script do Python em um contêiner do Docker

Para agrupar um script Python personalizado na imagem do Docker, use as etapas a seguir.

1. Copie o script do Python do diretório de trabalho para dentro do contêiner do Docker. O trecho de 
código a seguir copia um script de ponto de entrada personalizado custom_entrypoint.py do 
diretório de trabalho atual para um contêiner do Docker localizado em mydir.

FROM <base-docker-image>:<tag>
# Copy custom entrypoint from current dir to /mydir on container
COPY ./custom_entrypoint.py /mydir/

2. Inicie o trabalho de treinamento executando o comando AWS CLI a seguir.

--algorithm-specification '{ \  
    "TrainingInputMode": "File", \ 
    "TrainingImage": "<your-ecr-image>", \ 
    "ContainerEntrypoint": ["python"], \ 
    "ContainerArguments": ["/mydir/custom_entrypoint.py"]}' \
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Execute um trabalho de treinamento com um script de ponto de entrada fora do contêiner do Docker

Você pode usar seu próprio contêiner do Docker para treinamento e transmitir um script de ponto 
de entrada de fora do contêiner do Docker. Há alguns benefícios em estruturar seu script de ponto 
de entrada fora do contêiner. Se você atualizar o script do ponto de entrada, você não precisará 
reconstruir o contêiner do Docker. Você também pode usar vários scripts diferentes para serem 
executados no mesmo contêiner.

Especifique a localização do seu script de treinamento usando os ContainerArguments
parâmetros ContainerEntrypoint e da AlgorithmSpecificationAPI. Esses pontos de entrada e 
argumentos se comportam da mesma maneira que os pontos de entrada e argumentos do Docker. 
Os valores nesses parâmetros substituem os correspondentes ENTRYPOINT ou CMD fornecidos 
como parte do contêiner do Docker.

Quando você passa o script de ponto de entrada personalizado para o contêiner de treinamento do 
Docker, as entradas que você fornece determinam o comportamento do contêiner.

• Por exemplo, se você fornecer somenteContainerEntrypoint, a sintaxe da solicitação usando 
a CreateTrainingJob API será a seguinte.

{ 
    "AlgorithmSpecification": { 
        "ContainerEntrypoint": ["string"],    
        ...      
        }        
}

Em seguida, o back-end de SageMaker treinamento executa seu ponto de entrada personalizado 
da seguinte maneira.

docker run --entrypoint <ContainerEntrypoint> image

Note

Se ContainerEntrypoint for fornecido, o back-end de SageMaker treinamento executa 
a imagem com o ponto de entrada fornecido e substitui o padrão na imagem. ENTRYPOINT
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• Se você fornecer somenteContainerArguments, SageMaker presume que o contêiner 
do Docker contenha um script de ponto de entrada. A sintaxe da solicitação usando a API
CreateTrainingJob é a seguinte:

{ 
    "AlgorithmSpecification": { 
        "ContainerArguments": ["arg1", "arg2"], 
        ... 
    }
}

O back-end de SageMaker treinamento executa seu ponto de entrada personalizado da seguinte 
maneira.

docker run image <ContainerArguments>

• Se você fornecer o ContainerEntrypoint e ContainerArguments, a sintaxe da solicitação 
usando a API CreateTrainingJob será a seguinte:

{ 
    "AlgorithmSpecification": { 
        "ContainerEntrypoint": ["string"], 
        "ContainerArguments": ["arg1", "arg2"], 
        ... 
    }
}                    

O back-end de SageMaker treinamento executa seu ponto de entrada personalizado da seguinte 
maneira.

docker run --entrypoint <ContainerEntrypoint> image <ContainerArguments>

Você pode usar qualquer fonte InputDataConfig compatível na API CreateTrainingJob para 
fornecer um script de ponto de entrada para executar a imagem de treinamento.
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Forneça o script de ponto de entrada em um bucket do Amazon S3

Para fornecer um script de ponto de entrada personalizado usando um bucket do S3, use o
S3DataSource parâmetro da DataSourceAPI para especificar a localização do script. Se você usar 
o parâmetro S3DataSource, os itens a seguir serão obrigatórios:

• O InputModedeve ser do tipoFile.

• O S3 DataDistributionType deve serFullyReplicated.

O exemplo a seguir tem um script chamado custom_entrypoint.sh colocado em um caminho para um 
bucket s3://<bucket-name>/<bucket prefix>/custom_entrypoint.sh do S3.

#!/bin/bash
echo "Running custom_entrypoint.sh"
echo "Hello you have provided the following arguments: " "$@"

Em seguida, você deve definir a configuração do canal de dados de entrada para executar um 
trabalho de treinamento. Faça isso usando o AWS CLI diretamente ou com um arquivo JSON.

Configure o canal de dados de entrada usando AWS CLI com um arquivo JSON

Para configurar seu canal de dados de entrada com um arquivo JSON, use o AWS CLI conforme 
mostrado na estrutura de código a seguir. Certifique-se de que todos os campos a seguir usem a 
sintaxe de solicitação definida na CreateTrainingJobAPI.

// run-my-training-job.json
{ 
 "AlgorithmSpecification": {  
        "ContainerEntrypoint": ["/bin/sh"], 
        "ContainerArguments": ["/opt/ml/input/
data/<your_channel_name>/custom_entrypoint.sh"], 
         ... 
   }, 
  "InputDataConfig": [  
    {  
        "ChannelName": "<your_channel_name>", 
        "DataSource": {  
            "S3DataSource": {  
                "S3DataDistributionType": "FullyReplicated", 
                "S3DataType": "S3Prefix", 
                "S3Uri": "s3://<bucket-name>/<bucket_prefix>" 

Usar algoritmos de treinamento próprios 5853

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DataSource.html#sagemaker-Type-DataSource-S3DataSource
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Channel.html#sagemaker-Type-Channel-InputMode
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DataSource.html#sagemaker-Type-DataSource-S3DataSource
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html#API_CreateTrainingJob_RequestSyntax
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html#sagemaker-CreateTrainingJob-request-AlgorithmSpecification
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html#sagemaker-CreateTrainingJob-request-InputDataConfig
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Channel.html#sagemaker-Type-Channel-ChannelName
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Channel.html#sagemaker-Type-Channel-DataSource
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DataSource.html#sagemaker-Type-DataSource-S3DataSource
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_S3DataSource.html#sagemaker-Type-S3DataSource-S3DataDistributionType
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_S3DataSource.html#sagemaker-Type-S3DataSource-S3DataType
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_S3DataSource.html#sagemaker-Type-S3DataSource-S3Uri


Amazon SageMaker Guia do Desenvolvedor

            } 
        }, 
        "InputMode": "File", 
    }, 
    ...]
}

Em seguida, execute o comando AWS CLI para iniciar o trabalho de treinamento a partir do arquivo 
JSON da seguinte maneira.

aws sagemaker create-training-job --cli-input-json file://run-my-training-job.json

Configure o canal de dados de entrada usando o AWS CLI diretamente

Para configurar o canal de dados de entrada com um arquivo JSON, use a estrutura de código AWS 
CLI a seguir:

aws --region <your-region> sagemaker create-training-job \
--training-job-name <your-training-job-name> \
--role-arn <your-execution-role-arn> \
--algorithm-specification '{ \ 
    "TrainingInputMode": "File", \ 
    "TrainingImage": "<your-ecr-image>", \ 
    "ContainerEntrypoint": ["/bin/sh"], \ 
    "ContainerArguments": ["/opt/ml/input/data/<your_channel_name>/
custom_entrypoint.sh"]}' \
--input-data-config '[{ \ 
    "ChannelName":"<your_channel_name>", \ 
    "DataSource":{ \ 
        "S3DataSource":{ \ 
            "S3DataType":"S3Prefix", \ 
            "S3Uri":"s3://<bucket-name>/<bucket_prefix>", \ 
            "S3DataDistributionType":"FullyReplicated"}}}]' \
--output-data-config '{"S3OutputPath": "s3://custom-entrypoint-output-bucket/"}' \
--resource-config 
 '{"VolumeSizeInGB":10,"InstanceCount":1,"InstanceType":"ml.m5.2xlarge"}' \
--stopping-condition '{"MaxRuntimeInSeconds": 180}'

Como a Amazon SageMaker fornece informações de treinamento

Esta seção explica como SageMaker disponibilizar informações de treinamento, como dados de 
treinamento, hiperparâmetros e outras informações de configuração, para seu contêiner Docker.
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Ao enviar uma CreateTrainingJobsolicitação SageMaker para iniciar o treinamento do modelo, 
você especifica o caminho do Amazon Elastic Container Registry (Amazon ECR) da imagem do 
Docker que contém o algoritmo de treinamento. Você também especifica o local do Amazon Simple 
Storage Service (Amazon S3) onde os dados de treinamento são armazenados e os parâmetros 
específicos do algoritmo. SageMaker disponibiliza essas informações para o contêiner do Docker 
para que seu algoritmo de treinamento possa usá-las. Esta seção explica como disponibilizamos 
essas informações para o seu contêiner do Docker. Para obter informações sobre como criar um 
trabalho de treinamento, consulte CreateTrainingJob. Para obter mais informações sobre como 
os SageMaker contêineres organizam as informações, consulteUsando os kits de ferramentas de 
treinamento e inferência do SageMaker .

Tópicos

• Hiperparâmetros

• Variáveis de ambiente

• Configuração dos dados de entrada

• Dados de treinamento

• Configuração do treinamento distribuído

Hiperparâmetros

SageMaker disponibiliza os hiperparâmetros em uma CreateTrainingJob solicitação no contêiner 
do Docker no /opt/ml/input/config/hyperparameters.json arquivo.

A seguir está um exemplo de uma configuração de hiperparâmetros no hyperparameters.json
para especificar os hiperparâmetros num_round e eta na operação CreateTrainingJob do
XGBoost.

{ 
    "num_round": "128", 
    "eta": "0.001"
}             

Para obter uma lista completa dos hiperparâmetros que podem ser usados para o algoritmo XGBoost 
SageMaker incorporado, consulte Hiperparâmetros do XGBoost.

Os hiperparâmetros que você pode ajustar dependem do algoritmo que você está treinando. Para 
obter uma lista dos hiperparâmetros disponíveis para um algoritmo SageMaker integrado, encontre-
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os listados em Hiperparâmetros no link do algoritmo em Use Amazon SageMaker Built-in Algorithms 
or Pre-trained Models.

Variáveis de ambiente

SageMaker define as seguintes variáveis de ambiente em seu contêiner:

• TRAINING_JOB_NAME — Especificado no parâmetro TrainingJobName da solicitação
CreateTrainingJob.

• TRAINING_JOB_ARN o nome do recurso da Amazon (ARN) do trabalho de treinamento retornado 
como o TrainingJobArn na resposta CreateTrainingJob.

• Todas as variáveis de ambiente especificadas no parâmetro de Ambiente na solicitação
CreateTrainingJob.

Configuração dos dados de entrada

SageMaker disponibiliza as informações do canal de dados no InputDataConfig parâmetro da 
sua CreateTrainingJob solicitação no /opt/ml/input/config/inputdataconfig.json
arquivo em seu contêiner do Docker.

Por exemplo, suponha que você especifique três canais de dados (train, evaluation e
validation) em sua solicitação. O SageMaker fornecerá o seguinte JSON:

{ 
  "train" : {"ContentType":  "trainingContentType", 
             "TrainingInputMode": "File", 
             "S3DistributionType": "FullyReplicated", 
             "RecordWrapperType": "None"}, 
  "evaluation" : {"ContentType":  "evalContentType", 
                  "TrainingInputMode": "File", 
                  "S3DistributionType": "FullyReplicated", 
                  "RecordWrapperType": "None"}, 
  "validation" : {"TrainingInputMode": "File", 
                  "S3DistributionType": "FullyReplicated", 
                  "RecordWrapperType": "None"}
} 
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Note

SageMaker fornece somente informações relevantes sobre cada canal de dados (por 
exemplo, o nome do canal e o tipo de conteúdo) para o contêiner, conforme mostrado no 
exemplo anterior. S3DistributionTypeserá definido como FullyReplicated se você 
especificasse EFS ou F SxLustre como fontes de dados de entrada.

Dados de treinamento

O parâmetro TrainingInputMode na CreateTrainingJobsolicitação especifica como o conjunto
AlgorithmSpecification de dados de treinamento é disponibilizado para seu contêiner. Os 
seguintes modos de entrada estão disponíveis:

• Modo File

Se você usar File mode como seu TrainingInputMode valor, SageMaker defina os seguintes 
parâmetros em seu contêiner.

• O parâmetro TrainingInputMode é gravado para o inputdataconfig.json como 
“Arquivo”.

• O diretório do canal de dados é gravado em /opt/ml/input/data/channel_name.

Se você usa o File modo, SageMaker cria um diretório para cada canal. Por exemplo, se você 
tiver três canais chamadostraining,, e validationtesting, SageMaker crie os três diretórios 
a seguir em seu contêiner do Docker:

• /opt/ml/input/data/training

• /opt/ml/input/data/validation

• /opt/ml/input/data/testing

O modo File é compatível com as seguintes fontes de dados:

• Amazon Simple Storage Service (Amazon S3)

• Amazon Elastic File System (Amazon EFS)

• Amazon FSx para Lustre
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Note

Os canais que usam fontes de dados do sistema de arquivos, como o Amazon EFS e o 
Amazon FSx, devem usar o modo File. Nesse caso, o caminho do diretório fornecido no 
canal é montado em /opt/ml/input/data/channel_name.

• Modo FastFile

Se você usar o FastFile modo como seuTrainingInputNodeParameter, SageMaker defina 
os seguintes parâmetros em seu contêiner.

• Semelhante ao modo File, no modo FastFile, o parâmetro TrainingInputMode é gravado 
para o inputdataconfig.json como “Arquivo”.

• O diretório do canal de dados é gravado em /opt/ml/input/data/channel_name.

O modo FastFile é compatível com as seguintes fontes de dados:

• Amazon S3

Se você usa o modo FastFile, o diretório do canal é montado com permissão somente para 
leitura.

Historicamente, o modo File precedeu o modo FastFile. Para garantir a compatibilidade 
retroativa, os algoritmos compatíveis com o modo File também podem funcionar perfeitamente 
com o modo FastFile, desde que o parâmetro TrainingInputMode esteja definido como
File no inputdataconfig.json..

Note

Os canais que usam o modo FastFile devem usar um S3DataType do “S3Prefix”.
O modo FastFile apresenta uma visualização de pasta que usa a barra (/) como 
delimitador para agrupar objetos do Amazon S3 em pastas. Os prefixos S3Uri não devem 
corresponder a um nome de pasta parcial. Por exemplo, se um conjunto de dados do 
Amazon S3 contém s3://my-bucket/train-01/data.csv, então, nem o s3://
my-bucket/train nem o s3://my-bucket/train-01 são permitidos como prefixos
S3Uri.
É recomendável usar uma barra no final para definir um canal correspondente a uma 
pasta. Por exemplo, o canal s3://my-bucket/train-01/ da pasta train-01. 
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Sem a barra final, o canal seria ambíguo se existisse outra pasta s3://my-bucket/
train-011/ ou arquivo s3://my-bucket/train-01.txt/.

• Modo Pipe

• Parâmetro TrainingInputModeescrito em inputdataconfig.json: “Pipe”

• Diretório do canal de dados no contêiner do Docker: /opt/ml/input/
data/channel_name_epoch_number

• Fontes de dados compatíveis: Amazon S3

Você precisa ler em um pipe separado para cada canal. Por exemplo, se você tiver três canais 
denominados training, validation e testing, precisará fazer a leitura dos seguintes pipes:

• /opt/ml/input/data/training_0, /opt/ml/input/data/training_1, ...

• /opt/ml/input/data/validation_0, /opt/ml/input/data/validation_1, ...

• /opt/ml/input/data/testing_0, /opt/ml/input/data/testing_1, ...

Leia os pipes sequencialmente. Por exemplo, se você tiver um canal denominado training, leia 
os pipes nesta sequência:

1. Abra /opt/ml/input/data/training_0 no modo de leitura e leia para end-of-file (EOF) ou, 
se você tiver terminado com a primeira época, feche o arquivo pipe mais cedo.

2. Depois de fechar o primeiro arquivo pipe, procure /opt/ml/input/data/training_1 e leia-
o até que você tenha concluído o segundo epoch e assim por diante.

Se o arquivo de um determinado epoch ainda não existir, pode ser que o código precise tentar 
novamente até que o pipe seja criado. Não há restrição de sequenciamento nos tipos de canais. 
Ou seja, é possível ler vários epochs para o canal training e apenas começar a ler o canal
validation somente quando você estiver pronto. Alternativamente, será possível lê-los 
simultaneamente se o algoritmo assim exigir.

Para ver um exemplo de um notebook Jupyter que mostra como usar o modo Pipe ao trazer seu 
próprio contêiner, consulte Traga seu próprio algoritmo de modo de tubulação para a Amazon. 
SageMaker
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Configuração do treinamento distribuído

Se você estiver realizando um treinamento distribuído com vários contêineres, SageMaker 
disponibiliza as informações sobre todos os contêineres no /opt/ml/input/config/
resourceconfig.json arquivo.

Para permitir a comunicação entre contêineres, esse arquivo JSON contém informações de todos os 
contêineres. SageMaker disponibiliza esse arquivo para ambos os algoritmos File e para Pipe o 
modo. O arquivo fornece as seguintes informações:

• current_host—O nome do contêiner atual na rede de contêineres. Por exemplo, algo-1. 
Os valores de host podem ser alterados a qualquer momento. Não escreva código com valores 
específicos para essa variável.

• hosts—A lista de nomes de todos os contêineres da rede de contêineres, classificados 
lexicograficamente. Por exemplo, ["algo-1", "algo-2", "algo-3"] para um cluster de três 
nós. Os contêineres podem usar esses nomes para tratar outros contêineres da rede. Os valores 
de host podem ser alterados a qualquer momento. Não escreva código com valores específicos 
para essas variáveis.

• network_interface_name—O nome da interface de rede exposta ao seu contêiner. Por 
exemplo, os contêineres que executam Message Passing Interface (MPI) podem usar essas 
informações para definir o nome da interface de rede.

• Não use as informações em /etc/hostname ou /etc/hosts porque elas podem ser 
imprecisas.

• Informações do nome de host podem não estar imediatamente disponíveis para o contêiner do 
algoritmo. Recomendamos adicionar uma política de nova tentativa em operações de resolução de 
nomes de host à medida que os nós se tornarem disponíveis no cluster.

Veja a seguir um exemplo de arquivo no nó 1 em um cluster de três nós:

{ 
    "current_host": "algo-1", 
    "hosts": ["algo-1","algo-2","algo-3"], 
    "network_interface_name":"eth1"
}
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Executar treinamento com EFA

SageMaker fornece integração com dispositivos EFA para acelerar aplicativos de computação de 
alto desempenho (HPC) e aprendizado de máquina. Essa integração permite que você aproveite 
um dispositivo EFA ao executar seus trabalhos de treinamento distribuídos. Você pode adicionar a 
integração do EFA a um contêiner Docker existente que você traz para. SageMaker As informações 
a seguir descrevem como configurar seu próprio contêiner para usar um dispositivo EFA em seus 
trabalhos de treinamento distribuídos.

Pré-requisitos

Seu contêiner deve atender às especificações do contêiner de SageMaker treinamento. 

Instale o EFA e os pacotes obrigatórios

Seu contêiner deve baixar e instalar o software EFA. Isso permite que seu contêiner reconheça o 
dispositivo EFA e forneça versões compatíveis do Libfabric e do Open MPI.

Todas as ferramentas, como MPI e NCCL, devem ser instaladas e gerenciadas dentro do contêiner 
para serem usadas como parte de seu trabalho de treinamento habilitado para EFA. Para obter 
uma lista de todas as versões disponíveis do EFA, consulte Verificar o instalador do EFA usando 
uma soma de verificação. O exemplo a seguir mostra como modificar o Dockerfile do seu contêiner 
habilitado para EFA para instalar EFA, MPI, OFI, NCCL e NCCL-TEST.

Note

Ao usar PyTorch com o EFA em seu contêiner, a versão NCCL do seu contêiner deve 
corresponder à versão NCCL da sua instalação. PyTorch Para verificar a versão da PyTorch 
NCCL, use o seguinte comando:

torch.cuda.nccl.version()

ARG OPEN_MPI_PATH=/opt/amazon/openmpi/
ENV NCCL_VERSION=2.7.8
ENV EFA_VERSION=1.30.0
ENV BRANCH_OFI=1.1.1

#################################################
## EFA and MPI SETUP
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RUN cd $HOME \ 
  && curl -O https://s3-us-west-2.amazonaws.com/aws-efa-installer/aws-efa-installer-
${EFA_VERSION}.tar.gz \ 
  && tar -xf aws-efa-installer-${EFA_VERSION}.tar.gz \ 
  && cd aws-efa-installer \ 
  && ./efa_installer.sh -y --skip-kmod -g \

ENV PATH="$OPEN_MPI_PATH/bin:$PATH"
ENV LD_LIBRARY_PATH="$OPEN_MPI_PATH/lib/:$LD_LIBRARY_PATH"

#################################################
## NCCL, OFI, NCCL-TEST SETUP
RUN cd $HOME \ 
  && git clone https://github.com/NVIDIA/nccl.git -b v${NCCL_VERSION}-1 \ 
  && cd nccl \ 
  && make -j64 src.build BUILDDIR=/usr/local

RUN apt-get update && apt-get install -y autoconf
RUN cd $HOME \ 
  && git clone https://github.com/aws/aws-ofi-nccl.git -b v${BRANCH_OFI} \ 
  && cd aws-ofi-nccl \ 
  && ./autogen.sh \ 
  && ./configure --with-libfabric=/opt/amazon/efa \ 
       --with-mpi=/opt/amazon/openmpi \ 
       --with-cuda=/usr/local/cuda \ 
       --with-nccl=/usr/local --prefix=/usr/local \ 
  && make && make install 
   
RUN cd $HOME \ 
  && git clone https://github.com/NVIDIA/nccl-tests \ 
  && cd nccl-tests \ 
  && make MPI=1 MPI_HOME=/opt/amazon/openmpi CUDA_HOME=/usr/local/cuda NCCL_HOME=/usr/
local

Considerações ao criar seu contêiner

O dispositivo EFA é montado no contêiner conforme a lista /dev/infiniband/uverbs0 de 
dispositivos acessíveis ao contêiner. Nas instâncias P4d, o contêiner tem acesso a 4 dispositivos 
EFA. Os dispositivos EFA podem ser encontrados na lista de dispositivos acessíveis ao contêiner 
como:

• /dev/infiniband/uverbs0

• /dev/infiniband/uverbs1
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• /dev/infiniband/uverbs2

• /dev/infiniband/uverbs3

Para obter informações sobre nome de host, nomes de host de mesmo nível e interface de rede 
(para MPI) do resourceconfig.json arquivo fornecido para cada instância de contêiner, consulte
Configuração de treinamento distribuído. Seu contêiner processa tráfego TCP regular entre pares por 
meio das interfaces de rede elástica (ENI) padrão, enquanto processa o tráfego OFI (kernel bypass) 
por meio do dispositivo EFA.

Verifique se seu dispositivo EFA é reconhecido

 Para verificar se o dispositivo EFA é reconhecido, execute o seguinte comando no seu contêiner.

/opt/amazon/efa/bin/fi_info -p efa

O resultado deve ser semelhante ao seguinte:

provider: efa 
    fabric: EFA-fe80::e5:56ff:fe34:56a8 
    domain: efa_0-rdm 
    version: 2.0 
    type: FI_EP_RDM 
    protocol: FI_PROTO_EFA
provider: efa 
    fabric: EFA-fe80::e5:56ff:fe34:56a8 
    domain: efa_0-dgrm 
    version: 2.0 
    type: FI_EP_DGRAM 
    protocol: FI_PROTO_EFA
provider: efa;ofi_rxd 
    fabric: EFA-fe80::e5:56ff:fe34:56a8 
    domain: efa_0-dgrm 
    version: 1.0 
    type: FI_EP_RDM 
    protocol: FI_PROTO_RXD

Executando um trabalho de treinamento na EFA

Depois de criar um contêiner habilitado para EFA, você pode executar um trabalho de treinamento 
com o EFA usando um SageMaker Estimator da mesma forma que faria com qualquer outra 
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imagem do Docker. Para obter mais informações sobre como registrar seu contêiner e usá-lo para 
treinamento, consulte Adaptando seu próprio contêiner de treinamento.

Como a Amazon SageMaker sinaliza o sucesso e o fracasso do algoritmo

Um algoritmo de treinamento indica se ele foi bem-sucedido ou apresentou falhas. Para isso, usa o 
código de saída do processo.

Se uma execução de treinamento for bem-sucedida, seu código de saída será 0; do contrário, 
o código será diferente de zero. Tais resultados são convertidos para Completed e Failed no
TrainingJobStatus retornado pelo DescribeTrainingJob. Essa convenção de código de 
saída é padrão e facilmente implementada em todas as linguagens. Por exemplo, no Python, você 
pode usar sys.exit(1) para sinalizar uma saída com falha. Basta executar até o final da rotina 
principal para que o Python saia com um código 0.

Em caso de falha, o algoritmo pode gravar uma descrição da falha no arquivo em questão. Consulte 
a próxima seção para saber os detalhes.

Como a Amazon SageMaker processa os resultados de treinamento

À medida que é executado em um contêiner, o algoritmo gera um resultado, incluindo o status 
do trabalho de treinamento e do modelo e os artefatos de saída. O algoritmo deve gravar essas 
informações nos seguintes arquivos, que estão localizados no diretório /output do contêiner: A 
Amazon SageMaker processa as informações contidas nesse diretório da seguinte forma:

• /opt/ml/model— Seu algoritmo deve gravar todos os artefatos do modelo final nesse diretório. 
SageMaker copia esses dados como um único objeto no formato tar compactado para o local 
do S3 que você especificou na CreateTrainingJob solicitação. Se vários contêineres em um 
único trabalho de treinamento gravarem nesse diretório, eles devem garantir que nenhum file/
directory nome entre em conflito. SageMakeragrega o resultado em um arquivo TAR e carrega 
para o S3 no final do trabalho de treinamento.

• /opt/ml/output/data— Seu algoritmo deve gravar artefatos que você deseja armazenar, além 
do modelo final, nesse diretório. SageMakercopia esses dados como um único objeto no formato 
tar compactado para o local do S3 que você especificou na CreateTrainingJob solicitação. Se 
vários contêineres em um único trabalho de treinamento gravarem nesse diretório, eles devem 
garantir que nenhum file/directory nome entre em conflito. SageMaker agrega o resultado 
em um arquivo TAR e carrega para o S3 no final do trabalho de treinamento.

• /opt/ml/output/failure – Se o treinamento apresentar falhas, depois que todos os 
resultados do algoritmo (por exemplo, o registro em logs) estiverem concluídos, o algoritmo 
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deverá gravar a descrição da falha nesse arquivo. Em uma DescribeTrainingJob resposta, 
SageMaker retorna os primeiros 1024 caracteres desse arquivo comoFailureReason.

Usar o próprio código de inferência

É possível usar o Amazon SageMaker para interagir com contêineres do Docker e executar seu 
próprio código de inferência de duas maneiras:

• Para usar seu próprio código de inferência com um endpoint persistente para obter uma previsão 
por vez, use os serviços de hospedagem do SageMaker.

• Para usar seu próprio código de inferência para obter previsões para um conjunto de dados inteiro, 
use a transformação em lote do SageMaker.

Tópicos

• Usar seu próprio código de inferência com serviços de hospedagem

• Usar seu próprio código de inferência com uma transformação em lote

Usar seu próprio código de inferência com serviços de hospedagem

Esta seção explica como a Amazon SageMaker interage com um contêiner Docker que executa seu 
próprio código de inferência para serviços de hospedagem. Use essas informações para gravar um 
código de inferência e criar uma imagem do Docker.

Tópicos

• Como SageMaker executa sua imagem de inferência

• Como SageMaker carrega seus artefatos de modelo

• Como o contêiner deve responder a solicitações de inferência

• Como o contêiner deve responder a solicitações de verificação de integridade (ping)

• Use um registro privado do Docker para contêineres de inferência em tempo real

Como SageMaker executa sua imagem de inferência

Para que um contêiner funcione como um executável, é preciso configurá-lo com uma instrução
ENTRYPOINT em um Dockerfile. Observe o seguinte:
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• Para inferência do modelo, SageMaker executa o contêiner como:

docker run image serve

SageMaker substitui CMD as instruções padrão em um contêiner especificando o serve argumento 
após o nome da imagem. O argumento serve substitui os argumentos que você fornece com o 
comando CMD no Dockerfile.

 

• SageMaker espera que todos os contêineres sejam executados com usuários root. Crie seu 
contêiner para que ele use somente usuários raiz. Quando SageMaker executa seu contêiner, os 
usuários que não têm acesso no nível raiz podem causar problemas de permissões.

 

• Recomendamos que você use a forma exec da instrução ENTRYPOINT:

ENTRYPOINT ["executable", "param1", "param2"]

Por exemplo: .

ENTRYPOINT ["python", "k_means_inference.py"]

A forma exec da instrução ENTRYPOINT inicia o executável diretamente, não como elemento filho 
de /bin/sh. Isso permite que ele receba sinais como SIGTERM e SIGKILL das operações da 
SageMaker API, o que é um requisito.

 

Por exemplo, quando você usa a CreateEndpointAPI para criar um endpoint, SageMaker 
provisiona o número de instâncias de computação de ML exigidas pela configuração do endpoint, 
que você especifica na solicitação. SageMaker executa o contêiner Docker nessas instâncias.

 

Se você reduzir o número de instâncias que apoiam o endpoint (chamando a
UpdateEndpointWeightsAndCapacitiesAPI), SageMaker executa um comando para 
interromper o contêiner do Docker nas instâncias que estão sendo encerradas. Primeiramente, o 
comando envia o sinal SIGTERM e, então, envia o sinal SIGKILL 30 segundos depois.
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Se você atualizar o endpoint (chamando a UpdateEndpointAPI), SageMaker iniciará outro 
conjunto de instâncias de computação de ML e executará os contêineres do Docker que contêm 
seu código de inferência neles. Em seguida, ele executará um comando para interromper os 
contêineres anteriores do Docker. Para interromper um contêiner do Docker, primeiramente, o 
comando envia o sinal SIGTERM e, 30 segundos depois, envia o sinal SIGKILL.

 

• SageMaker usa a definição de contêiner que você forneceu em sua CreateModelsolicitação para 
definir variáveis de ambiente e o nome do host DNS para o contêiner da seguinte forma:

 

• Ele define variáveis de ambiente usando o ContainerDefinition.Environment string-to-
string mapa.

• Ele define o nome de host DNS usando ContainerDefinition.ContainerHostname.

 

• Se você planeja usar dispositivos de GPU para inferências de modelo (especificando instâncias 
de cálculo de ML baseadas em GPU na sua solicitação CreateEndpointConfig), verifique se 
os seus contêineres são compatíveis com nvidia-docker. Não empacote drivers NVIDIA com a 
imagem. Para obter mais informações sobre nvidia-docker, consulte NVIDIA/nvidia-docker.

 

• Você não pode usar o tini inicializador como seu ponto de entrada em SageMaker contêineres 
porque ele fica confuso com os argumentos train e. serve

Como SageMaker carrega seus artefatos de modelo

Em sua solicitação de CreateModelAPI, você pode usar o S3DataSource parâmetro
ModelDataUrl or para identificar o local do S3 onde os artefatos do modelo são armazenados. 
SageMaker copia os artefatos do modelo do local do S3 para o /opt/ml/model diretório para uso 
pelo seu código de inferência. Seu contêiner tem acesso somente leitura ao /opt/ml/model. Não 
grave nesse diretório.
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O ModelDataUrl deve apontar para um arquivo tar.gz. Caso contrário, SageMaker não baixará o 
arquivo.

Se você treinou seu modelo SageMaker, os artefatos do modelo são salvos como um único arquivo 
tar compactado no Amazon S3. Se você treinou seu modelo externamente SageMaker, precisará 
criar esse único arquivo tar compactado e salvá-lo em um local do S3. SageMaker descompacta 
esse arquivo tar no diretório /opt/ml/model antes do início do contêiner.

Para implantar modelos grandes, recomendamos que você siga Implantação de modelos não 
compactados.

Como o contêiner deve responder a solicitações de inferência

Para obter inferências, o aplicativo cliente envia uma solicitação POST para o SageMaker endpoint. 
SageMaker passa a solicitação para o contêiner e retorna o resultado da inferência do contêiner para 
o cliente.

Para obter mais informações sobre as solicitações de inferência que seu contêiner receberá, 
consulte as seguintes ações na Amazon SageMaker API Reference:

• InvokeEndpoint

• InvokeEndpointAsync

• InvokeEndpointWithResponseStream

Requisitos para contêineres de inferência

Para responder às solicitações de inferência, seu contêiner deve atender aos seguintes requisitos:

• SageMaker remove todos os POST cabeçalhos, exceto aqueles suportados 
peloInvokeEndpoint. SageMaker pode adicionar cabeçalhos adicionais. É necessário que os 
contêineres de inferência consigam ignorar esses cabeçalhos adicionais com segurança.

• Para receber solicitações de inferência, o contêiner deve ter um servidor web ouvindo na porta 
8080 e deve aceitar solicitações POST para os endpoints /invocations e /ping.

• Os contêineres de modelo do cliente devem aceitar solicitações de conexão de soquete dentro de 
250 ms.

• Os contêineres de modelo de um cliente devem responder a solicitações dentro de 60 segundos. 
O modelo em si pode ter um tempo máximo de processamento de 60 segundos antes de 
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responder às /invocations. Se o seu modelo precisar de 50 a 60 segundos de tempo de 
processamento, o tempo limite de soquete do SDK deverá ser definido como 70 segundos.

Example funções de invocação

Os exemplos a seguir demonstram como o código em seu contêiner pode processar solicitações 
de inferência. Esses exemplos tratam das solicitações que os aplicativos clientes enviam usando a 
InvokeEndpoint ação.

FastAPI

A FastAPI é um framework web para criar APIs com Python.

from fastapi import FastAPI, status, Request, Response
. . .
app = FastAPI()
. . .
@app.post('/invocations')
async def invocations(request: Request): 
    # model() is a hypothetical function that gets the inference output: 
    model_resp = await model(Request) 

    response = Response( 
        content=model_resp, 
        status_code=status.HTTP_200_OK, 
        media_type="text/plain", 
    ) 
    return response
. . .

Neste exemplo, a invocations função manipula a solicitação de inferência que é SageMaker 
enviada para o /invocations endpoint.

Flask

O Flask é um framework para o desenvolvimento de aplicativos web com Python.

import flask
. . .
app = flask.Flask(__name__)
. . .
@app.route('/invocations', methods=["POST"])
def invoke(request): 
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    # model() is a hypothetical function that gets the inference output: 
    resp_body = model(request) 
    return flask.Response(resp_body, mimetype='text/plain') 
     

Neste exemplo, a invoke função manipula a solicitação de inferência que é SageMaker enviada 
para o /invocations endpoint.

Example funções de invocação para solicitações de streaming

Os exemplos a seguir demonstram como o código em seu contêiner pode processar solicitações de 
inferência de streaming. Esses exemplos tratam das solicitações que os aplicativos clientes enviam 
usando a InvokeEndpointWithResponseStream ação.

Quando um contêiner processa uma solicitação de inferência de streaming, ele retorna a inferência 
do modelo como uma série de partes incrementalmente à medida que o modelo as gera. Os 
aplicativos do cliente começam a receber respostas imediatamente quando estiverem disponíveis. 
Eles não precisam esperar que o modelo gere a resposta completa. Você pode implementar o 
streaming para oferecer suporte a experiências interativas rápidas, como chatbots, assistentes 
virtuais e geradores de música.

FastAPI

A FastAPI é um framework web para criar APIs com Python.

from starlette.responses import StreamingResponse
from fastapi import FastAPI, status, Request
. . .
app = FastAPI()
. . .
@app.post('/invocations')
async def invocations(request: Request): 
    # Streams inference response using HTTP chunked encoding 
    async def generate(): 
        # model() is a hypothetical function that gets the inference output: 
        yield await model(Request) 
        yield "\n" 

    response = StreamingResponse( 
        content=generate(), 
        status_code=status.HTTP_200_OK, 
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        media_type="text/plain", 
    ) 
    return response
. . .

Neste exemplo, a invocations função manipula a solicitação de inferência que é SageMaker 
enviada para o /invocations endpoint. Para transmitir a resposta, o exemplo usa a classe
StreamingResponse do framework Starlette.

Flask

O Flask é um framework para o desenvolvimento de aplicativos web com Python.

import flask
. . .
app = flask.Flask(__name__)
. . .
@app.route('/invocations', methods=["POST"])
def invocations(request): 
    # Streams inference response using HTTP chunked encoding 

    def generate(): 
        # model() is a hypothetical function that gets the inference output: 
        yield model(request) 
        yield "\n" 
    return flask.Response( 
        flask.stream_with_context(generate()), mimetype='text/plain')
. . .

Neste exemplo, a invocations função manipula a solicitação de inferência que é SageMaker 
enviada para o /invocations endpoint. Para transmitir a resposta, o exemplo usa função
flask.stream_with_context do framework Flask.

Como o contêiner deve responder a solicitações de verificação de integridade (ping)

SageMaker lança novos contêineres de inferência nas seguintes situações:

• Respondendo a chamadas de API CreateEndpoint, UpdateEndpoint,
UpdateEndpointWeightsAndCapacities

• Patches de segurança

• Substituição de instâncias não íntegras
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Logo após a inicialização do contêiner, SageMaker começa a enviar solicitações GET periódicas 
para o /ping endpoint.

O requisito mais simples é que o contêiner deve responder com um código de status HTTP 200 
e um corpo vazio. Isso indica SageMaker que o contêiner está pronto para aceitar solicitações de 
inferência no /invocations endpoint.

Se o contêiner não começar a passar pelas verificações de saúde respondendo consistentemente 
com 200 segundos durante os 8 minutos após a inicialização, a execução da nova instância falhará. 
Isso causa CreateEndpoint a falha, deixando o endpoint em um estado de falha. A atualização 
solicitada por UpdateEndpoint não foi concluída, os patches de segurança não foram aplicados e 
as instâncias não íntegras não foram substituídas.

Embora a exigência mínima seja para o contêiner retornar um 200 estático, um desenvolvedor de 
contêiner pode usar essa funcionalidade para executar verificações mais profundas. O tempo limite 
da solicitação em tentativas /ping é de 2 segundos.

Use um registro privado do Docker para contêineres de inferência em tempo real

A hospedagem do Amazon SageMaker permite que você use imagens armazenadas no Amazon 
ECR para criar seus contêineres para inferência em tempo real por padrão. Opcionalmente, você 
pode criar contêineres para inferência em tempo real a partir de imagens em um registro privado 
do Docker. O registro privado deve ser acessível a partir de uma Amazon VPC na sua conta. Os 
modelos que você cria com base nas imagens armazenadas no seu registro privado do Docker 
devem ser configurados para se conectar à mesma VPC em que o registro privado do Docker está 
acessível. Para obter mais informações sobre como conectar seu modelo a uma VPC, consulte
Conceda aos endpoints SageMaker hospedados acesso aos recursos em sua Amazon VPC.

Seu registro do Docker deve ser protegido com um certificado TLS de uma autoridade de certificação 
(CA) pública conhecida.

Note

Seu registro privado do Docker deve permitir o tráfego de entrada dos grupos de segurança 
que você especifica na configuração da VPC para o seu modelo e para que a hospedagem 
do SageMaker possa extrair imagens do modelo do seu registro.
O SageMaker pode extrair imagens de modelo do DockerHub se houver um caminho para a 
Internet aberta dentro da sua VPC.
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Tópicos

• Armazene imagens em um registro privado do Docker que não seja o registro de contêiner do 
Amazon Elastic

• Use uma imagem de um registro privado do Docker para inferência em tempo real

• Permita que o SageMaker se autentique em um registro Docker privado

• Criar a função do Lambda

• Dê permissão ao seu perfil de execução para o Lambda

• Criar um endpoint de interface da VPC para o Lambda

Armazene imagens em um registro privado do Docker que não seja o registro de contêiner do 
Amazon Elastic

Para usar um registro privado do Docker para armazenar suas imagens para inferência em tempo 
real do SageMaker, crie um registro privado que seja acessível a partir da sua Amazon VPC. Para 
obter informações sobre como criar um registro do Docker, consulte Implantar um servidor de 
registro na documentação do Docker. O registro do Docker deve estar em conformidade com o 
seguinte:

• O registro deve ser um registro da API HTTP V2 do registro do Docker.

• O registro do Docker deve estar acessível a partir da mesma VPC que você especificar no 
parâmetro VpcConfig que você especificou ao criar seu modelo.

Use uma imagem de um registro privado do Docker para inferência em tempo real

Ao criar um modelo e implantá-lo na hospedagem do SageMaker, você pode especificar que ele use 
uma imagem do seu registro Docker privado para criar o contêiner de inferência. Especifique isso no 
objeto ImageConfig no parâmetro PrimaryContainer que você passa para uma chamada para a 
função create_model.

Usando uma imagem armazenada no seu registro privado do Docker para seu contêiner de 
inferência

1. Crie o objeto de configuração de imagem e especifique um valor de Vpc para o campo
RepositoryAccessMode.

image_config = { 
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                    'RepositoryAccessMode': 'Vpc' 
               }

2. Se o seu registro privado do Docker exigir autenticação, adicione um objeto
RepositoryAuthConfig ao objeto de configuração de imagem. Para o campo
RepositoryCredentialsProviderArn do objeto RepositoryAuthConfig, especifique 
o nome do recurso da Amazon (ARN) de uma função AWS Lambda que forneça credenciais 
que permitam que o SageMaker se autentique no seu registro privado do Docker. Para obter 
informações sobre como criar a função do Lambda para fornecer autenticação, consulte Permita 
que o SageMaker se autentique em um registro Docker privado.

image_config = { 
                    'RepositoryAccessMode': 'Vpc', 
                    'RepositoryAuthConfig': { 
                       'RepositoryCredentialsProviderArn': 
 'arn:aws:lambda:Region:Acct:function:FunctionName' 
                     } 
               }

3. Crie o objeto de contêiner primário que você deseja passar para create_model, usando o 
objeto de configuração de imagem que você criou na etapa anterior.

Forneça sua imagem em formato de resumo. Se você fornecer sua imagem usando a tag
:latest, há o risco de o SageMaker extrair uma versão mais recente da imagem do que 
a pretendida. O uso do formulário de resumo garante que o SageMaker extraia a versão da 
imagem pretendida.

primary_container = { 
    'ContainerHostname': 'ModelContainer', 
    'Image': 'myteam.myorg.com/docker-local/my-inference-image:<IMAGE-TAG>', 
    'ImageConfig': image_config
}

4. Especifique o nome do modelo e o perfil de execução para o qual você quer passar para
create_model.

model_name = 'vpc-model'
execution_role_arn = 'arn:aws:iam::123456789012:role/SageMakerExecutionRole'

5. Especifique um ou mais grupos de segurança e sub-redes para a configuração da VPC do seu 
modelo. Seu registro particular do Docker deve permitir o tráfego de entrada dos grupos de 
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segurança que você especifica. As sub-redes que você especifica devem estar na mesma VPC 
do seu registro particular do Docker.

vpc_config = { 
    'SecurityGroupIds': ['sg-0123456789abcdef0'], 
    'Subnets': ['subnet-0123456789abcdef0','subnet-0123456789abcdef1']
}

6. Obtenha um cliente Boto3 SageMaker.

import boto3
sm = boto3.client('sagemaker')

7. Crie o modelo chamando create_model, usando os valores que você especificou nas etapas 
anteriores para os parâmetros PrimaryContainer e VpcConfig.

try: 
    resp = sm.create_model( 
        ModelName=model_name, 
        PrimaryContainer=primary_container, 
        ExecutionRoleArn=execution_role_arn, 
        VpcConfig=vpc_config, 
    )
except Exception as e: 
    print(f'error calling CreateModel operation: {e}')
else: 
    print(resp)

8. Por fim, chame create_endpoint_config e create_endpoint para criar o endpoint de hospedagem, 
usando o modelo que você criou na etapa anterior.

endpoint_config_name = 'my-endpoint-config'
sm.create_endpoint_config( 
    EndpointConfigName=endpoint_config_name, 
    ProductionVariants=[ 
        { 
            'VariantName': 'MyVariant', 
            'ModelName': model_name, 
            'InitialInstanceCount': 1, 
            'InstanceType': 'ml.t2.medium' 
        }, 
    ],
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)

endpoint_name = 'my-endpoint'
sm.create_endpoint( 
    EndpointName=endpoint_name, 
    EndpointConfigName=endpoint_config_name,
)

sm.describe_endpoint(EndpointName=endpoint_name)

Permita que o SageMaker se autentique em um registro Docker privado

Para extrair uma imagem de inferência de um registro privado do Docker que requer autenticação, 
crie uma função AWS Lambda que forneça credenciais e forneça o nome do recurso da 
Amazon (ARN) da função do Lambda ao chamar create_model. Quando o SageMaker executa
create_model, ele chama a função Lambda que você especificou para obter credenciais para 
autenticação no seu registro do Docker.

Criar a função do Lambda

Crie uma função AWS Lambda que retorne uma resposta com o seguinte formato:

def handler(event, context): 
   response = { 
      "Credentials": {"Username": "username", "Password": "password"} 
   } 
   return response

Dependendo de como você configura a autenticação para seu registro privado do Docker, as 
credenciais que sua função Lambda retorna podem significar uma das seguintes opções:

• Se você configurar seu registro privado do Docker para usar a autenticação básica, forneça as 
credenciais de login para se autenticar no registro.

• Se você configurar seu registro privado do Docker para usar a autenticação do token do portador, 
as credenciais de login serão enviadas ao seu servidor de autorização, que retornará um token do 
portador que pode ser usado para autenticar no registro privado do Docker.
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Dê permissão ao seu perfil de execução para o Lambda

A função de execução que você usa para chamar create_model deve ter permissões para 
chamar funções AWS Lambda. Adicione as políticas de permissões a seguir como o seu ao perfil de 
execução.

{ 
    "Effect": "Allow", 
    "Action": [ 
        "lambda:InvokeFunction" 
    ], 
    "Resource": [ 
        "arn:aws:lambda:*:*:function:*myLambdaFunction*" 
    ]
}

Onde myLambdaFunction é o nome da sua função do Lambda. Para saber mais sobre como editar 
a política de permissões de uma função, consulte Modificar a política de permissões de um perfil 
(console) no Guia do usuário do IAMAWS Identity and Access Management.

Note

Um perfil de execução com a política gerenciada AmazonSageMakerFullAccess anexada 
a ela tem permissão para chamar qualquer função do Lambda com o SageMaker em seu 
nome.

Criar um endpoint de interface da VPC para o Lambda

Crie um endpoint de interface para que sua Amazon VPC possa se comunicar com sua função 
AWS Lambda sem enviar tráfego pela Internet. Para obter mais informações sobre como fazer isso, 
consulte Configurar endpoints da VPC da interface para o Lambda no Guia do desenvolvedor AWS 
Lambda.

A hospedagem do SageMaker envia uma solicitação por meio da sua VPC para
lambda.region.amazonaws.com para chamar sua função do Lambda. Se você escolher o nome 
DNS privado ao criar seu endpoint de interface, o Amazon Route 53 roteará a chamada para o 
endpoint da interface Lambda. Se você usa um provedor de DNS diferente, certifique-se de mapear
lambda.region.amazonaws.com para o seu endpoint da interface Lambda.
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Usar seu próprio código de inferência com uma transformação em lote

Esta seção explica como o Amazon SageMaker interage com um contêiner do Docker que executa 
seu próprio código de inferência para uma transformação em lote. Use essas informações para 
gravar um código de inferência e criar uma imagem do Docker.

Tópicos

• Como o SageMaker executa sua imagem de inferência

• Como o SageMaker carrega seus artefatos do modelo

• Como contêineres atendem solicitações

• Como o contêiner deve responder a solicitações de inferência

• Como o contêiner deve responder a solicitações de verificação de integridade (ping)

Como o SageMaker executa sua imagem de inferência

Para que um contêiner funcione como um executável, é preciso configurá-lo com uma instrução
ENTRYPOINT em um Dockerfile. Observe o seguinte:

• Para transformações em lote, o SageMaker invoca o modelo em seu nome. O SageMaker executa 
o contêiner como:

docker run image serve

A entrada para as transformações em lote deve ter um formato que possa ser dividido em arquivos 
menores para serem processados em paralelo. Esses formatos incluem CSV, JSON, Linhas JSON
, TFRecord e RecordIO.

O SageMaker substitui as instruções CMD do padrão em um contêiner especificando o argumento
serve após o nome da imagem. O argumento serve substitui os argumentos que você fornece 
com o comando CMD no Dockerfile.

 

• Recomendamos que você use a forma exec da instrução ENTRYPOINT:

ENTRYPOINT ["executable", "param1", "param2"]

Por exemplo:
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ENTRYPOINT ["python", "k_means_inference.py"]

 

• O SageMaker define variáveis de ambiente especificadas em CreateModel e
CreateTransformJob em seu contêiner. Além disso, as seguintes variáveis de ambiente serão 
preenchidas:

• SAGEMAKER_BATCH sempre é definida como true quando o contêiner é executado em 
transformação em lote.

• SAGEMAKER_MAX_PAYLOAD_IN_MB é definida como a carga útil de maior tamanho que será 
enviada ao contêiner via HTTP.

• SAGEMAKER_BATCH_STRATEGY será definida como SINGLE_RECORD quando o contêiner 
receber um único registro por chamada para invocações e como MULTI_RECORD quando o 
contêiner tiver o número máximo possível de registros na carga útil.

• SAGEMAKER_MAX_CONCURRENT_TRANSFORMS é definida como o número máximo de 
solicitações /invocations que podem ser abertas simultaneamente.

Note

As últimas três variáveis de ambiente são provenientes da chamada de API feita pelo 
usuário. Se o usuário não definir valores para elas, elas não serão transmitidas. Nesse 
caso, os valores padrão ou os valores solicitados pelo algoritmo (em resposta a /
execution-parameters) serão usados.

• Se você planeja usar dispositivos de GPU para inferências de modelo (especificando instâncias de 
cálculo de ML baseadas em GPU na sua solicitação CreateTransformJob), verifique se os seus 
contêineres são compatíveis com nvidia-docker. Não empacote drivers NVIDIA com a imagem. 
Para obter mais informações sobre o nvidia-docker, consulte NVIDIA/nvidia-docker.

 

• Não é possível utilizar o inicializador init como seu ponto de entrada nos contêineres do 
SageMaker porque ele se confunde com argumentos de treinamento e de atendimento.
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Como o SageMaker carrega seus artefatos do modelo

Em uma solicitação CreateModel, as definições de contêiner incluem o parâmetro ModelDataUrl, 
que identifica o local no Amazon S3 em que os artefatos do modelo são armazenados. Quando você 
usa o SageMaker para executar inferências, ele usa essas informações para determinar de onde 
copiar os artefatos do modelo. Ele copia os artefatos para o diretório /opt/ml/model no contêiner 
do Docker para uso pelo seu código de inferência.

O parâmetro ModelDataUrl deve apontar para um arquivo tar.gz. Caso contrário, o SageMaker 
não poderá fazer download do arquivo. Se você treinar um modelo no SageMaker, ele salvará os 
artefatos como um único arquivo tar compactado no Amazon S3. Se você treinar um modelo em 
outro framework, precisará armazenar os artefatos do modelo no Amazon S3 como um arquivo tar 
compactado. O SageMaker descompacta esse arquivo tar e o salva no diretório /opt/ml/model do 
contêiner antes do início dos trabalhos de transformação de lotes.

Como contêineres atendem solicitações

Os contêineres devem implementar um servidor web que responda a invocações e solicitações 
de ping na porta 8080. Para transformações de lotes, você tem a opção de definir algoritmos para 
implementar solicitações de parâmetros de execução para fornecer uma configuração de tempo de 
execução dinâmica para o SageMaker: O SageMaker usa os seguintes endpoints:

• ping—Usado para verificar periodicamente a integridade do contêiner. O Sagemaker aguarda o 
recebimento de um código de status HTTP 200 e um corpo vazio para uma solicitação de ping 
bem-sucedida antes de enviar uma solicitação de invocações. Você pode usar uma solicitação 
de ping para carregar um modelo na memória a fim de gerar inferência quando forem enviadas 
solicitações de invocação.

• (Opcional) execution-parameters—Permite que o algoritmo forneça os parâmetros ideais 
de ajuste para um trabalho durante o tempo de execução. Com base na memória e CPUs 
disponíveis para um contêiner, o algoritmo escolhe os valores MaxConcurrentTransforms,
BatchStrategy e MaxPayloadInMB adequados para o trabalho.

Antes de chamar as solicitações de invocação, o SageMaker tenta invocar a solicitação dos 
parâmetros de execução. Ao criar um trabalho de transformação de lotes, você pode fornecer valores 
para os parâmetros MaxConcurrentTransforms, BatchStrategy e MaxPayloadInMB. O 
SageMaker determina os valores desses parâmetros usando esta ordem de precedência:

1. Os valores de parâmetro que você fornece ao criar a solicitação CreateTransformJob.
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2. Os valores que o contêiner do modelo retorna quando o SageMaker invoca o endpoint dos 
parâmetros de execução.

3. Os valores de parâmetros padrão, listados na tabela a seguir:

Parâmetro Valores padrão

MaxConcurrentTransforms 1

BatchStrategy MULTI_RECORD

MaxPayloadInMB 6

A resposta para uma solicitação de parâmetros de execução GET é um objeto JSON com chaves 
para os parâmetros MaxConcurrentTransforms, BatchStrategy, e MaxPayloadInMB. Aqui 
está um exemplo de resposta válida:

{
“MaxConcurrentTransforms”: 8,
“BatchStrategy": "MULTI_RECORD",
"MaxPayloadInMB": 6
}

Como o contêiner deve responder a solicitações de inferência

Para obter inferências, o Amazon SageMaker envia uma solicitação POST ao contêiner de 
inferência. O corpo da solicitação POST contém dados do Amazon S3. O Amazon SageMaker passa 
a solicitação para o contêiner e retorna o resultado da inferência do contêiner, salvando os dados de 
resposta no Amazon S3.

Para receber solicitações de inferência, o contêiner deve ter um servidor web que escute na 
porta 8080 e deve aceitar solicitações POST para o endpoint /invocations. O tempo limite da 
solicitação de inferência e o máximo de novas tentativas podem ser configurados por meio de
ModelClientConfig.

Como o contêiner deve responder a solicitações de verificação de integridade (ping)

O requisito mais simples é que o contêiner deve responder com um código de status HTTP 200 e 
um corpo vazio. Isso indica ao SageMaker que o contêiner está pronto para aceitar solicitações de 
inferência no endpoint /invocations.
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Embora a exigência mínima seja para o contêiner retornar um 200 estático, um desenvolvedor de 
contêiner pode usar essa funcionalidade para executar verificações mais profundas. O tempo limite 
da solicitação em tentativas /ping é de 2 segundos.

Exemplos e mais informações: use seu próprio algoritmo ou 
modelo

Os seguintes notebooks Jupyter e informações adicionais mostram como usar seus próprios 
algoritmos ou modelos pré-treinados de uma instância de notebook da Amazon. SageMaker Para 
obter links para os GitHub repositórios com os Dockerfiles pré-criados para o, TensorFlow MXNet, 
Chainer e PyTorch estruturas e instruções sobre como usar os AWS SDK for Python (Boto3) 
estimadores para executar seus próprios algoritmos de treinamento no Learner e seus próprios 
modelos na hospedagem, consulte SageMaker SageMaker Imagens pré-compiladas do SageMaker 
Docker para aprendizado profundo

Configuração

1. Crie uma instância de SageMaker notebook. Para obter instruções sobre como criar e acessar 
instâncias do caderno Jupyter, consulte Instâncias do Amazon SageMaker Notebook.

2. Abra a instância de caderno.

3. Escolha a guia SageMaker Exemplos para obter uma lista de todos os SageMaker exemplos de 
cadernos.

4. Abra os blocos de anotações de amostra na seção Funcionalidade avançada em sua instância 
do notebook ou GitHub usando os links fornecidos. Para abrir um caderno, escolha sua aba Uso
e depois escolha Criar cópia.

Modelos hospedeiros treinados no Scikit-learn

Para aprender a hospedar modelos treinados no Scikit-learn para fazer previsões SageMaker 
injetando-os em contêineres primários de k-means e XGBoost, consulte os seguintes exemplos de 
cadernos.

• kmeans_bring_your_own_model

• xgboost_bring_your_own_model
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Modelos Package TensorFlow e Scikit-learn para uso em SageMaker

Para saber como empacotar algoritmos que você desenvolveu TensorFlow e estruturas scikit-learn 
para treinamento e implantação no SageMaker ambiente, consulte os notebooks a seguir. Eles 
mostram como criar, registrar e implantar seus próprios contêineres do Docker usando Dockerfiles.

• tensorflow_bring_your_own

• scikit_bring_your_own

Treine e implante uma rede neural em SageMaker

Para aprender a treinar uma rede neural localmente usando o MXNet or e TensorFlow, em seguida, 
criar um endpoint a partir do modelo treinado e implantá-lo SageMaker, consulte os notebooks a 
seguir. O modelo do MXNet é treinado para reconhecer números manuscritos do conjunto de dados 
MNIST. O TensorFlow modelo é treinado para classificar as íris.

• mxnet_mnist_byom

• tensorflow_BYOM_iris

Treinamento usando o Modo Pipe

Para saber como usar um Dockerfile para criar um contêiner que chame o train.py script e 
use o modo de pipe para treinar um algoritmo personalizado, consulte o caderno a seguir. No modo 
de pipe, os dados de entrada são transferidos para o algoritmo durante o treinamento. Isso pode 
diminuir o tempo de treinamento em comparação ao uso do modo de arquivo.

• pipe_bring_your_own

Traga seus próprios modelos em R

Para saber como adicionar uma imagem no R personalizada para criar e treinar um modelo em um 
AWS SMS caderno, consulte a postagem do blog a seguir. Esta postagem do blog usa um Dockerfile 
R de amostra de uma biblioteca de amostras de imagens personalizadas do SageMaker Studio 
Classic.

• Trazendo seu próprio ambiente de R para o Amazon SageMaker Studio Classic
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Estender uma imagem de PyTorch contêiner pré-criada

Para saber como estender uma imagem de SageMaker PyTorch contêiner pré-criada quando você 
tem requisitos funcionais adicionais para seu algoritmo ou modelo que a imagem pré-criada do 
Docker não suporta, consulte o bloco de notas a seguir.

• BERTtopic_extending_container

Para obter mais informações sobre como estender um contêiner, consulte Estender um contêiner 
pré-construído.

Treine e depure trabalhos de treinamento em um contêiner personalizado

Para saber como treinar e depurar trabalhos de treinamento usando o SageMaker Debugger, 
consulte o caderno a seguir. Um script de treinamento fornecido por meio deste exemplo usa o 
modelo TensorFlow Keras ResNet 50 e o conjunto de dados CIFAR10. Um contêiner personalizado 
do Docker é criado com o script de treinamento e enviado para o Amazon ECR. Enquanto o trabalho 
de treinamento está em execução, o Debugger coleta as saídas do tensor e identifica problemas 
de depuração. Com as ferramentas da biblioteca de clientes smdebug, você pode definir um objeto 
de teste smdebug que chama o trabalho de treinamento e as informações de depuração, verificar o 
status da regra de treinamento e do Debugger e recuperar tensores salvos em um bucket do Amazon 
S3 para analisar problemas de treinamento.

• build_your_own_container_with_debugger

Solução de problemas de seus contêineres do Docker

Veja a seguir erros comuns que você pode encontrar ao usar contêineres do Docker com o 
SageMaker. Cada erro é seguido por uma solução para o erro.

• Erro: o SageMaker perdeu o daemon do Docker.

Para corrigir esse erro, reinicie o Docker usando o seguinte comando.

sudo service docker restart

• Erro: o /tmp diretório do seu contêiner Docker ficou sem espaço.
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Os contêineres do Docker usam as partições / e /tmp para armazenar código. Essas partições 
podem ser preenchidas facilmente ao usar módulos de código grandes no modo local. O 
SageMaker Python SDK suporta a especificação de um diretório temporário personalizado para 
seu diretório raiz no modo local para evitar esse problema.

Para especificar o diretório temporário personalizado no armazenamento de volume do EBS, 
crie um arquivo no caminho a seguir ~/.sagemaker/config.yaml e adicione a seguinte 
configuração. O diretório que você especificou como container_root já deve existir. O 
SageMaker Python SDK não tentará criá-lo.

local: 
  container_root: /home/ec2-user/SageMaker/temp

Com essa configuração, o modo local usa o diretório /temp e não o diretório padrão /tmp.
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Configure a segurança na Amazon SageMaker

A segurança na nuvem na AWS é a nossa maior prioridade. Como cliente da AWS, você contará 
com um datacenter e uma arquitetura de rede criados para atender aos requisitos das organizações 
com as maiores exigências de segurança.

A segurança é uma responsabilidade compartilhada entre a AWS e você. O modelo de 
responsabilidade compartilhada descreve isto como segurança da nuvem e segurança na nuvem:

• Segurança da nuvem: a AWS é responsável pela proteção da infraestrutura que executa 
produtos da AWS na Nuvem AWS. A AWS também fornece serviços que podem ser usados com 
segurança. Auditores de terceiros testam e verificam regularmente a eficácia da nossa segurança 
como parte dos  compliance programsAWS. Para saber mais sobre os programas de conformidade 
que se aplicam à Amazon SageMaker, consulte AWSServices in Scope by Compliance Program.

• Segurança na nuvem: sua responsabilidade é determinada pelo serviço da AWS que você usa. 
Você também é responsável por outros fatores, incluindo a confidencialidade de seus dados, os 
requisitos da empresa e as leis e regulamentos aplicáveis.

Esta documentação ajuda você a entender como aplicar o modelo de responsabilidade 
compartilhada ao usar SageMaker. Os tópicos a seguir mostram como configurar para atender 
SageMaker aos seus objetivos de segurança e conformidade. Você também aprenderá a usar outros 
AWS serviços que ajudam a monitorar e proteger seus SageMaker recursos.

Tópicos

• Privacidade de dados na Amazon SageMaker

• Proteção de dados na Amazon SageMaker

• Identity and Access Management para Amazon SageMaker

• Registro e Monitoramento

• Validação de conformidade para a Amazon SageMaker

• Resiliência na Amazon SageMaker

• Segurança de infraestrutura na Amazon SageMaker
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Privacidade de dados na Amazon SageMaker

A Amazon SageMaker coleta informações agregadas sobre o uso de bibliotecas AWS próprias e 
de código aberto usadas durante o treinamento. SageMaker usa esses metadados agregados para 
melhorar os serviços e a experiência do cliente.

As seções a seguir fornecem explicações sobre o tipo de metadados que são coletados e como optar 
por não participar da SageMaker coleta de metadados.

Tipos de informação coletados

Informações de uso

Metadados AWS de bibliotecas próprias e de código aberto que são usados com SageMaker 
treinamento, como aqueles usados para treinamento distribuído, compilação e quantização.

Erros

Erros de comportamento inesperado, incluindo falhas, falhas, cascatas e falhas resultantes da 
interação com a plataforma de treinamento. SageMaker

Como cancelar a coleta de metadados

Você pode optar por não compartilhar metadados agregados com o SageMaker treinamento ao criar 
um trabalho de treinamento usando a CreateTrainingJob API. Se você estiver usando o console 
para criar trabalhos de treinamento, a coleta de metadados será desativada por padrão.

Important

Você deve optar por não receber a coleta de metadados para cada trabalho de treinamento 
enviado. Você também deve optar por não participar de uma chamada de API, conforme 
mostrado nos exemplos a seguir. Você não pode optar por não participar de um script de 
treinamento.

A seção a seguir mostra como você pode optar por não participar da coleta de metadados usando o 
AWS CLIAWS SDK for Python (Boto3), ou o SDK do SageMaker Python.
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Desative a coleta de metadados usando o AWS Command Line Interface () AWS CLI

Para desativar a coleta de metadados usando oAWS CLI, defina OPT_OUT_TRACKING a variável 
de ambiente como 1 na create-training-job API, conforme mostrado no exemplo de código a 
seguir.

aws sagemaker create-training-job \
--training-job-name your_job_name \
--algorithm-specification AlgorithmName=your_algorithm_name\
--output-data-config S3OutputPath=s3://bucket-name/key-name-prefix \
--resource-config InstanceType=ml.c5.xlarge, InstanceCount=1 \
--stopping-condition MaxRuntimeInSeconds=100 \
--environment OPT_OUT_TRACKING=1

Desative a coleta de metadados usando o AWS SDK for Python (Boto3)

Para desativar a coleta de metadados usando o SDK para Python (Boto3), defina a 1 variável 
de OPT_OUT_TRACKING ambiente como na API, conforme mostrado no exemplo de código a
create_training_job seguir.

boto3.client('sagemaker').create_training_job( 
    TrainingJobName='your_training_job', 
    AlgorithmSpecification={ 
        'AlgorithmName': 'your_algorithm_name', 
        'TrainingInputMode': 'File', 
    }, 
    RoleArn='your_arn', 
    OutputDataConfig={ 
        'S3OutputPath': 's3://bucket-name/key-name-prefix', 
    }, 
    ResourceConfig={ 
        'InstanceType': 'ml.m4.xlarge', 
        'InstanceCount': 1, 
        'VolumeSizeInGB': 123, 
    }, 
    StoppingCondition={ 
        'MaxRuntimeInSeconds': 123, 
    }, 
    Environment={ 
        'OPT_OUT_TRACKING': '1' 
    },
)
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Desative a coleta de metadados usando o SDK do SageMaker Python

Para desativar a coleta de metadados usando o SDK do SageMaker Python, defina a
OPT_OUT_TRACKING variável 1 de ambiente como dentro de SageMaker um estimador, conforme 
mostrado no exemplo de código a seguir.

sagemaker.estimator( 
    image_uri='path_to_container', 
    role='rolearn', 
    instance_count=1,  
    instance_type='ml.c5.xlarge',  
    environment={ 
        'OPT_OUT_TRACKING': '1' 
    },  
)

Opte por não participar da coleta de metadados em toda a conta

Se você quiser desativar a coleta de metadados para várias contas, defina uma variável de ambiente 
para desativar o rastreamento em toda a conta. Você deve usar o SDK do SageMaker Python para 
desativar a coleta de metadados no nível da conta.

O exemplo de código a seguir mostra como desativar o rastreamento em toda a conta.

SchemaVersion: '1.0'
SageMaker: 
  TrainingJob: 
    Environment: 
      'OPT_OUT_TRACKING': '1'

Para obter mais informações sobre como desativar o rastreamento em toda a conta, consulte Como
configurar e usar padrões com o SDK do Python. SageMaker

Mais informações

Se seu serviço downstream SageMaker depender de treinamento

Se você opera um serviço que depende de SageMaker treinamento, é altamente recomendável 
informar seu cliente sobre a coleta agregada de metadados na plataforma de SageMaker 
treinamento e apresentar a ele a opção de optar por não participar. Como alternativa, você pode 
cancelar a coleta de metadados em nome do seu cliente.
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Se você é cliente ou cliente de um serviço que usa SageMaker treinamento

Se você é cliente ou cliente de um serviço que usa SageMaker treinamento, use seu método 
preferido na seção anterior para cancelar a coleta de metadados.

Proteção de dados na Amazon SageMaker
O modelo de responsabilidade AWS compartilhada de se aplica à proteção de dados na Amazon 
SageMaker. Conforme descrito nesse modelo, a AWS é responsável por proteger a infraestrutura 
global que executa toda a Nuvem AWS. Você é responsável por manter o controle sobre 
seu conteúdo hospedado nessa infraestrutura. Você também é responsável pelas tarefas de 
configuração e gerenciamento de segurança dos Serviços da AWS que usa. Para obter mais 
informações sobre a privacidade de dados, consulte as Perguntas frequentes sobre privacidade de 
dados. Para mais informações sobre a proteção de dados na Europa, consulte o artigo AWS Shared 
Responsibility Model and GDPR no Blog de segurança da AWS.

Para fins de proteção de dados, recomendamos que você proteja asConta da AWS credenciais 
da e configure as contas de usuário individuais com o AWS IAM Identity Center ou o AWS Identity 
and Access Management (IAM). Dessa maneira, cada usuário receberá apenas as permissões 
necessárias para cumprir suas obrigações de trabalho. Recomendamos também que você proteja 
seus dados das seguintes formas:

• Use uma autenticação multifator (MFA [multi-factor authentication]) com cada conta.

• Use SSL/TLS para se comunicar com os recursos da AWS. Exigimos TLS 1.2 e recomendamos 
TLS 1.3.

• Configure o registro em log das atividades da API e do usuário com o .AWS CloudTrail

• Use AWS as soluções de criptografia da , juntamente com todos os controles de segurança padrão 
dos Serviços da AWS.

• Use serviços gerenciados de segurança avançada, como o Amazon Macie, que ajuda a localizar e 
proteger dados sigilosos armazenados no Amazon S3.

• Se você precisar de módulos criptográficos validados pelo FIPS 140-2 ao acessar a AWS por 
meio de uma interface de linha de comandos ou uma API, use um endpoint do FIPS. Para ter mais 
informações sobre endpoints do FIPS, consulte Federal Information Processing Standard (FIPS) 
140-2.

É altamente recomendável que nunca sejam colocadas informações de identificação confidenciais, 
como endereços de e-mail dos seus clientes, em marcações ou campos de formato livre, como 
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um campo Name (Nome). Isso inclui quando você trabalha com a Amazon SageMaker ou outros 
Serviços da AWS usando o console, a API ou AWS os SDKs. AWS CLI Quaisquer dados inseridos 
em tags ou campos de texto de formato livre usados para nomes podem ser usados para logs de 
faturamento ou de diagnóstico. Se você fornecer um URL para um servidor externo, recomendemos 
fortemente que não sejam incluídas informações de credenciais no URL para validar a solicitação a 
esse servidor.

Tópicos

• Proteção de dados em repouso usando criptografia

• Proteção de dados em trânsito com criptografia

• Gerenciamento de chaves

• Privacidade do tráfego entre redes

Proteção de dados em repouso usando criptografia

Para proteger seus notebooks e SageMaker instâncias de notebooks do Amazon SageMaker Studio, 
junto com seus dados de criação de modelos e artefatos de modelo, SageMaker criptografa os 
notebooks, bem como a saída das tarefas de Training e Batch Transform. SageMaker criptografa-os 
por padrão usando a chave AWS gerenciada para o Amazon S3. Essa chave gerenciada pela AWS 
para o Amazon S3 não pode ser compartilhada para acesso entre contas. Para acesso entre contas, 
especifique sua chave gerenciada pelo cliente ao criar SageMaker recursos para que ela possa ser 
compartilhada para acesso entre contas. Para a saída de dados para o Amazon S3 Express One 
Zone, os dados são criptografados com criptografia do lado do servidor com chaves gerenciadas do 
Amazon S3 (SSE-S3). Para obter mais informações sobre o AWS KMS, consulte O que é o AWS 
Key Management Service?

Tópicos

• Cadernos do Studio

• Instâncias de notebook, SageMaker trabalhos e endpoints

• SageMaker capacidades geoespaciais

Cadernos do Studio

No Amazon SageMaker Studio, seus cadernos e dados do SageMaker Studio podem ser 
armazenados nos seguintes locais:
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• Um bucket S3 — Quando você se integra ao Studio e ativa recursos compartilháveis do notebook, 
SageMaker compartilha instantâneos e metadados do notebook em um bucket do Amazon Simple 
Storage Service (Amazon S3).

• Um volume EFS — Quando você se integra ao Studio, SageMaker anexa um volume do Amazon 
Elastic File System (Amazon EFS) ao seu domínio para armazenar seus cadernos e arquivos de 
dados do Studio. O volume EFS persiste depois que o domínio é excluído.

• Um volume do EBS: quando você abre um caderno no Studio, um Amazon Elastic Block Store 
(Amazon EBS) é anexado à instância na qual o caderno é executado. O volume do EBS persiste 
durante a instância.

SageMaker usa o AWS Key Management Service (AWS KMS) para criptografar o bucket do S3 e os 
dois volumes. Por padrão, ele usa uma chave KMS gerenciada em uma conta AWS de serviço. Para 
obter mais controle, você pode especificar sua própria chave gerenciada pelo cliente ao se integrar 
ao Studio ou por meio da SageMaker API. Para obter mais informações, consulte CreateDomain e
Visão geral SageMaker do Amazon Domain.

Na API CreateDomain, você usa o parâmetro S3KmsKeyId para especificar a chave gerenciada 
pelo cliente para cadernos compartilháveis. Você usa o parâmetro KmsKeyId para especificar a 
chave gerenciada pelo cliente para os volumes EFS e EBS. A mesma chave gerenciada pelo cliente 
é usada para os dois volumes. A chave gerenciada pelo cliente para cadernos compartilháveis pode 
ser a mesma chave gerenciada pelo cliente usada para os volumes ou uma chave gerenciada pelo 
cliente diferente.

Instâncias de notebook, SageMaker trabalhos e endpoints

Para criptografar o volume de armazenamento de aprendizado de máquina (ML) anexado 
a notebooks, trabalhos de processamento, trabalhos de treinamento, trabalhos de ajuste de 
hiperparâmetros, trabalhos de transformação em lote e endpoints, você pode passar uma chave 
para. AWS KMS SageMaker Se você não especificar uma chave do KMS, o SageMaker criptografará 
volumes de armazenamento com uma chave transitória e a descartará imediatamente após 
criptografar o volume de armazenamento. Para instâncias de notebook, se você não especificar uma 
chave KMS, SageMaker criptografa os volumes do sistema operacional e os volumes de dados de 
ML com uma chave KMS gerenciada pelo sistema.

É possível usar uma chave do AWS KMS gerenciada pela AWS para criptografar todos os 
volumes do SO da instância. Você pode criptografar todos os volumes de dados de ML para 
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todas as SageMaker instâncias com uma AWS KMS chave especificada por você. Os volumes de 
armazenamento de ML são montados da seguinte forma:

• Cadernos - /home/ec2-user/SageMaker

• Processamento – /opt/ml/processing e /tmp/

• Treinamento - /opt/ml/ e /tmp/

• Lote - /opt/ml/ e /tmp/

• Endpoints - /opt/ml/ e /tmp/

Os contêineres de trabalho de processamento, de transformação em lote e de treinamento e seu 
armazenamento são de natureza efêmera. Quando o trabalho é concluído, a saída é carregada 
no Amazon S3 usando criptografia AWS KMS com uma chave do AWS KMS opcional que você 
especifica e a instância é desativada. Se uma AWS KMS chave não for fornecida na solicitação de 
trabalho, SageMaker use a AWS KMS chave padrão do Amazon S3 para a conta da sua função. Se 
os dados de saída forem armazenados no Amazon S3 Express One Zone, eles serão criptografados 
com criptografia do lado do servidor com chaves gerenciadas do Amazon S3 (SSE-S3).

Note

A política de chave para uma chave gerenciada pela AWS para o Amazon S3 não pode ser 
editada, portanto, permissões entre contas não podem ser concedidas para essas políticas 
de chave. Se o bucket Amazon S3 de saída da solicitação for de outra conta, especifique sua 
própria chave de cliente do AWS KMS na solicitação de trabalho e garanta que o perfil de 
execução do trabalho tenha permissões para criptografar dados com ela.

Important

Os dados confidenciais que precisam ser criptografados com uma chave do KMS, por 
motivos de conformidade, devem ser armazenados no volume de armazenamento de ML ou 
no Amazon S3, ambos podem ser criptografados usando uma chave do KMS especificada.

Quando você abre uma instância do notebook, SageMaker salva ela e todos os arquivos associados 
a ela na SageMaker pasta no volume de armazenamento de ML por padrão. Quando você encerra 
uma instância de bloco de notas, o SageMaker cria um snapshot do volume de armazenamento de 
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ML. Todas as personalizações do sistema operacional da instância interrompida, como bibliotecas 
personalizadas instaladas ou configurações de nível de sistema operacional, serão perdidas. 
Considere usar uma configuração de ciclo de vida para automatizar personalizações da instância de 
caderno padrão. Quando você encerra uma instância, o snapshot e o volume de armazenamento de 
ML são excluídos. Todos os dados que você precisa persistir além do tempo de vida da instância de 
caderno devem ser transferidos para um bucket do Amazon S3.

Note

Algumas SageMaker instâncias baseadas em Nitro incluem armazenamento local, 
dependendo do tipo de instância. Os volumes de armazenamento local são criptografados 
usando um módulo de hardware na instância. Não é possível usar uma chave do KMS 
em um tipo de instância com armazenamento local. Para obter uma lista de tipos de 
instância que oferecem suporte ao armazenamento de instâncias local, consulte Volumes 
de armazenamento de instâncias. Para obter mais informações sobre volumes de 
armazenamento em instâncias baseadas em Nitro, consulte Amazon EBS e NVMe em 
instâncias do Linux.
Para obter mais informações sobre criptografia de armazenamento de instâncias locais, 
consulte Volumes de armazenamento de instâncias SSD.

SageMaker capacidades geoespaciais

Você pode proteger seus dados em repouso usando criptografia para fins SageMaker geoespaciais.

Criptografia do lado do servidor com chave de propriedade SageMaker geoespacial da Amazon 
(padrão)

Os recursos SageMaker geoespaciais da Amazon criptografam todos os seus dados, 
incluindo resultados computacionais dos seus EarthObservationJobs e de todos os
VectorEnrichmentJobs metadados do seu serviço. Não há dados armazenados na Amazon 
SageMaker sem criptografia. Ele usa uma Chave pertencente à AWS padrão para criptografar todos 
os seus dados.

Criptografia do lado do servidor com chaves do KMS armazenadas no AWS Key Management 
Service (SSE-KMS)
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Os recursos SageMaker geoespaciais da Amazon oferecem suporte à criptografia usando uma 
chave KMS de propriedade do cliente. Para obter mais informações, consulte AWS KMSPermissões 
de uso para recursos SageMaker geoespaciais da Amazon.

Proteção de dados em trânsito com criptografia

Todos os dados entre redes em trânsito são compatíveis com a criptografia TLS 1.2. Recomendamos 
usar o TLS 1.3.

Com a Amazon SageMaker, artefatos do modelo de aprendizado de máquina (ML) e outros artefatos 
do sistema são criptografados em trânsito e em repouso. As solicitações para a SageMaker API e 
o console são feitas por meio de uma conexão segura (SSL). Você passa AWS Identity and Access 
Management funções SageMaker para fornecer permissões para acessar recursos em seu nome 
para treinamento e implantação.

Alguns dados em trânsito dentro da rede (dentro da plataforma de serviço) não são criptografados. 
Isso inclui:

• Comunicações de comando e controle entre o plano de controle de serviço e as instâncias de 
trabalho de treinamento (não dados do cliente).

• Comunicações entre nós em trabalhos de processamento distribuídos (dentro da rede).

• Comunicações entre nós em trabalhos de treinamento distribuídos (dentro da rede).

Não há comunicações entre nós para processamento em lote.

Você pode optar por criptografar a comunicação entre os nós em um cluster de treinamento.

Note

Para casos de uso no setor de saúde, a melhor prática de segurança é criptografar a 
comunicação entre os nós.

Para obter informações sobre como criptografar a comunicação, consulte o próximo tópico em
Proteger as comunicações entre instâncias de computação de ML em um trabalho de treinamento 
distribuído.
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Note

Criptografar tráfego entre contêineres pode aumentar o tempo de treinamento, especialmente 
se você estiver usando algoritmos de aprendizado profundo distribuídos. Para algoritmos 
afetados, esse nível adicional de segurança também aumenta o custo. O tempo de 
treinamento da maioria dos algoritmos SageMaker integrados, como XGBoost, DeepAR e 
linear learner, normalmente não é afetado.

Os endpoints validados pelo FIPS estão disponíveis para a SageMaker API e o roteador de 
solicitação para modelos hospedados (tempo de execução). Para obter informações sobre endpoints 
compatíveis com FIPS, consulte Federal Information Processing Standard (FIPS) 140-2.

Proteja as comunicações com o RStudio na Amazon SageMaker

O RStudio na Amazon SageMaker fornece criptografia para todas as comunicações que envolvem 
SageMaker componentes. No entanto, a versão anterior não suportava criptografia entre os 
aplicativos R StudioServerPro e RSession.

O RStudio lançou a versão 2022.02.2-485.pro2 em abril de 2022. Esta versão oferece suporte 
à criptografia entre os aplicativos R StudioServerPro e RSession para habilitar a end-to-end 
criptografia. A atualização da versão, no entanto, não é totalmente compatível com versões 
anteriores. Como resultado, você deve atualizar todos os seus aplicativos R StudioServerPro e 
RSession. Para obter informações sobre como atualizar seus aplicativos, consulte Atualize a versão 
do RStudio.

Proteger as comunicações entre instâncias de computação de ML em um trabalho de 
treinamento distribuído

Por padrão, a Amazon SageMaker executa trabalhos de treinamento em uma Amazon Virtual Private 
Cloud (Amazon VPC) para ajudar a manter seus dados seguros. Você pode adicionar outro nível 
de segurança para proteger os seus contêineres de treinamento, configurando uma VPC privada. 
Estruturas e algoritmos de ML distribuídos normalmente transmitem informações diretamente 
relacionadas ao modelo, como pesos, e não o conjunto de dados de treinamento. Ao realizar o 
treinamento distribuído, você pode proteger ainda mais os dados que são transmitidos entre as 
instâncias. Isso pode ajudar você a atender a requisitos regulamentares. Para fazer isso, use a 
criptografia de tráfego entre contêineres.
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Note

Para casos de uso no setor de saúde, a melhor prática de segurança é criptografar a 
comunicação entre os nós.

A habilitação da criptografia de tráfego entre contêineres pode aumentar o tempo de treinamento, 
especialmente se você estiver usando algoritmos de aprendizado profundo distribuídos. Habilitar 
a criptografia do tráfego entre contêineres não afetar trabalhos de treinamento com uma única 
instância de computação. No entanto, para trabalhos de treinamento com várias instâncias de 
computação, o efeito sobre o tempo de treinamento depende da quantidade de comunicação entre 
instâncias de computação. Para algoritmos afetados, adicionar esse nível adicional de segurança 
também aumenta o custo. O tempo de treinamento da maioria dos algoritmos SageMaker integrados, 
como XGBoost, DeepAR e linear learner, normalmente não é afetado.

Você pode habilitar a criptografia de tráfego entre contêineres para trabalhos de treinamento ou 
trabalhos de ajuste de hiperparâmetros. Você pode usar SageMaker APIs ou console para habilitar a 
criptografia de tráfego entre contêineres.

Para obter informações sobre a execução de trabalhos de treinamento em uma VPC privada, 
consulte Conceda aos trabalhos de SageMaker treinamento acesso aos recursos em sua Amazon 
VPC.

Habilitar a criptografia de tráfego entre contêineres (API)

Antes de habilitar a criptografia de tráfego entre contêineres em trabalhos de treinamento ou de 
ajuste de hiperparâmetros com APIs, adicione regras de entrada e saída para o grupo de segurança 
da sua VPC privada.

Como habilitar a criptografia de tráfego entre contêineres (API)

1. Adicione as seguintes regras de entrada e saída no grupo de segurança para a sua VPC 
privada:

Protocolo Port Range 
(Intervalo de 
portas)

Origem

UDP 500 ID do grupo de segurança automático
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Protocolo Port Range 
(Intervalo de 
portas)

Origem

ESP 50 N/A ID do grupo de segurança automático

2. Quando você enviar uma solicitação à API CreateTrainingJob ou
CreateHyperParameterTuningJob, especifique True para o parâmetro
EnableInterContainerTrafficEncryption.

Note

Para o protocolo ESP 50, o console do grupo de segurança da AWS pode exibir o 
intervalo de portas como “Todos”. No entanto, o Amazon EC2 ignora o intervalo de portas 
especificado porque ele não é aplicável ao protocolo IP ESP 50.

Habilitar a criptografia de tráfego entre contêineres (Console)

Habilitar a criptografia de tráfego entre contêineres em um trabalho de treinamento

Como habilitar a criptografia de tráfego entre contêineres em um trabalho de treinamento

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Treinamento e Trabalhos de treinamento.

3. Escolha Criar trabalho de treinamento.

4. Em Network (Rede), selecione uma VPC. Você pode usar a VPC padrão ou uma criada por 
você.

5. Escolha Enable inter-container traffic encryption (Habilitar a criptografia de tráfego entre 
contêineres).

Depois de habilitar a criptografia de tráfego entre contêineres, termine de criar o trabalho de 
treinamento. Para ter mais informações, consulte Etapa 4: Treinar um modelo.
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Habilitar a criptografia de tráfego entre contêineres em um trabalho de ajuste de hiperparâmetros

Como habilitar a criptografia de tráfego entre contêineres em um trabalho de ajuste de 
hiperparâmetros

1. Abra o SageMaker console da Amazon em https://console.aws.amazon.com/sagemaker/.

2. No painel de navegação, escolha Training (Treinamento) e Hyperparameter tuning jobs 
(Trabalhos de ajuste de hiperparâmetros).

3. Escolha Criar trabalho de ajuste de hiperparâmetros.

4. Em Network (Rede), selecione uma VPC. Você pode usar a VPC padrão ou uma criada por 
você.

5. Escolha Enable inter-container traffic encryption (Habilitar a criptografia de tráfego entre 
contêineres).

Depois de ativar a criptografia de tráfego entre contêineres, termine de criar o trabalho de ajuste de 
hiperparâmetros. Para ter mais informações, consulte Configurar e executar um trabalho de ajuste de 
hiperparâmetros.

Gerenciamento de chaves

Os clientes podem especificar chaves do AWS KMS, incluindo ‘Traga suas próprias chaves’ (BYOK), 
a serem usadas na criptografia envelopada com buckets de entrada/saída do Amazon S3 e volumes 
de machine learning (ML) do Amazon EBS. Os volumes de ML para instâncias de caderno e para 
contêineres do Docker de modelos hospedados, de processamento e de treinamento poderão 
ser criptografados usando as chaves do AWS KMS pertencentes ao cliente, se preferir. Todos 
os volumes do sistema operacional da instância são criptografados com uma chave AWS KMS 
gerenciada pelo AWS.

Note

Determinadas instâncias baseadas em Nitro incluem armazenamento local, dependendo 
do tipo de instância. Os volumes de armazenamento local são criptografados usando um 
módulo de hardware na instância. Não é possível solicitar um VolumeKmsKeyId ao usar um 
tipo de instância com armazenamento local.
Para obter uma lista de tipos de instância que oferecem suporte ao armazenamento de 
instâncias local, consulte Volumes de armazenamento de instâncias.
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Para obter mais informações sobre criptografia de armazenamento de instâncias locais, 
consulte Volumes de armazenamento de instâncias SSD.
Para obter mais informações sobre volumes de armazenamento em instâncias baseadas em 
Nitro, consulte Amazon EBS e NVMe em instâncias do Linux.

Para obter informações sobre chaves do AWS KMS, consulte O que é o AWS Key Management 
Service? no Guia do desenvolvedor do AWS Key Management Service.

Privacidade do tráfego entre redes

Este tópico descreve como a Amazon SageMaker protege as conexões do serviço para outros locais.

As comunicações entre redes oferecem suporte à criptografia TLS 1.2 entre todos os componentes e 
clientes. Recomendamos o TLS 1.3.

As instâncias podem ser conectadas à VPC do cliente, fornecendo acesso a VPC endpoints do 
S3 ou repositórios de clientes. A saída da Internet poderá ser gerenciada por meio dessa interface 
pelo cliente se a saída da Internet da plataforma de serviço estiver desabilitada para cadernos. 
Para treinamento e hospedagem, a saída pela plataforma de serviço não está disponível quando 
conectado à VPC do cliente.

Por padrão, as chamadas de API feitas para endpoints publicados atravessam a rede pública até 
o roteador de solicitação. SageMaker suporta endpoints de interface Amazon Virtual Private Cloud 
alimentados por AWS PrivateLink para conectividade privada entre a VPC do cliente e o roteador 
de solicitação para acessar endpoints do modelo hospedado. Para obter mais informações sobre o 
Amazon VPC, consulte Conecte-se à SageMaker sua VPC.

Identity and Access Management para Amazon SageMaker

O AWS Identity and Access Management (IAM) é um AWS service (Serviço da AWS) que ajuda a 
controlar o acesso aos recursos da AWS de forma segura. Os administradores do IAM controlam 
quem pode ser autenticado (conectado) e autorizado (tem permissões) a usar SageMaker os 
recursos. O IAM é um AWS service (Serviço da AWS) que pode ser usado sem custo adicional.

Tópicos

• Público
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• Autenticação com identidades

• Gerenciamento do acesso usando políticas

• Como a Amazon SageMaker trabalha com o IAM

• Exemplos de políticas SageMaker baseadas em identidade da Amazon

• Prevenção do problema ‘Confused Deputy’ entre serviços

• SageMaker Funções

• Gerente de SageMaker funções da Amazon

• Controle de acesso para notebooks

• Permissões de SageMaker API da Amazon: referência de ações, permissões e recursos

• AWSPolíticas gerenciadas para a Amazon SageMaker

• Solução de problemas de SageMaker identidade e acesso da Amazon

Público

O uso do AWS Identity and Access Management (IAM) varia dependendo do trabalho que for 
realizado no SageMaker.

Usuário do serviço — Se você usar o SageMaker serviço para fazer seu trabalho, seu administrador 
fornecerá as credenciais e as permissões de que você precisa. À medida que você usa mais 
SageMaker recursos para fazer seu trabalho, talvez precise de permissões adicionais. Entender 
como o acesso é gerenciado pode ajudá-lo a solicitar as permissões corretas ao seu administrador. 
Se não for possível acessar um recurso no SageMaker, consulte Solução de problemas de 
SageMaker identidade e acesso da Amazon.

Administrador de serviços — Se você é responsável pelos SageMaker recursos da sua empresa, 
provavelmente tem acesso total SageMaker a. É seu trabalho determinar quais SageMaker recursos 
e recursos seus usuários do serviço devem acessar. Assim, você deve enviar solicitações ao 
administrador do IAM para alterar as permissões dos usuários de seu serviço. Revise as informações 
nesta página para entender os Introdução ao IAM. Para saber mais sobre como sua empresa pode 
usar o IAM com SageMaker, consulteComo a Amazon SageMaker trabalha com o IAM.

Administrador do IAM – Se você for um administrador do IAM, talvez queira saber detalhes sobre 
como pode gravar políticas para gerenciar o acesso ao SageMaker. Para ver exemplos de políticas 
SageMaker baseadas em identidade que você pode usar no IAM, consulte. Exemplos de políticas 
SageMaker baseadas em identidade da Amazon
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Autenticação com identidades

A autenticação é a forma como você faz login na AWS usando suas credenciais de identidade. É 
necessário ser autenticado (fazer login na AWS) como o usuário raiz da Usuário raiz da conta da 
AWS, como usuário do IAM ou assumindo um perfil do IAM.

É possível fazer login na AWS como uma identidade federada usando credenciais fornecidas 
por uma fonte de identidades. AWS IAM Identity Center Os usuários do IAM Identity Center, a 
autenticação única da empresa e as suas credenciais do Google ou do Facebook são exemplos de 
identidades federadas. Quando você faz login como uma identidade federada, o administrador já 
configurou anteriormente a federação de identidades utilizando perfis do IAM. Quando você acessa a 
AWS usando a federação, está indiretamente assumindo um perfil.

É possível fazer login no AWS Management Console ou no de acesso da AWS dependendo do tipo 
de usuário que você é. Para obter mais informações sobre como fazer login na AWS, consulte Conta 
da AWS Como fazer login na sua no Início de Sessão da AWS Guia do usuário.

Se você acessar a AWS programaticamente, a AWS fornecerá um kit de desenvolvimento de 
software (SDK) e uma interface de linha de comandos (CLI) para você assinar criptograficamente 
as solicitações usando as suas credenciais. Se você não utilizar as ferramentas da AWS, deverá 
assinar as solicitações por conta própria. Para obter mais informações sobre como usar o método 
recomendado para assinar solicitações por conta própria, consulte Assinar solicitações de API da 
AWS no Guia do usuário do IAM.

Independentemente do método de autenticação usado, também pode ser exigido que você forneça 
mais informações de segurança. Por exemplo, a AWS recomenda o uso da autenticação multifator 
(MFA) para aumentar a segurança de sua conta. Para saber mais, consulte Autenticação multifator
no Guia do usuário do AWS IAM Identity Center e Usar a autenticação multifator (MFA) naAWS no
Guia do usuário do IAM.

Usuário raiz da Conta da AWS

Ao criar uma Conta da AWS, você começa com uma identidade de login que tem acesso completo 
a todos os atributos e Serviços da AWS na conta. Essa identidade, denominada usuário raiz da 
Conta da AWS, e é acessada por login com o endereço de e-mail e a senha que você usou para 
criar a conta. É altamente recomendável não utilizar o usuário raiz para tarefas diárias. Proteja as 
credenciais do usuário raiz e use-as para executar as tarefas que somente ele puder executar. Para 
obter a lista completa das tarefas que exigem login como usuário raiz, consulte Tarefas que exigem 
credenciais de usuário raiz  no Guia do usuário do IAM.
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Identidade federada

Como prática recomendada, exija que os usuários, inclusive os que precisam de acesso de 
administrador, usem a federação com um provedor de identidades para acessar Serviços da AWS 
usando credenciais temporárias.

Identidade federada é um usuário de seu diretório de usuários corporativos, um provedor de 
identidades da web AWS Directory Service, o , o diretório do Centro de Identidade  ou qualquer 
usuário que acesse os Serviços da AWS usando credenciais fornecidas por meio de uma fonte de 
identidade. Quando as identidades federadas acessam Contas da AWS, elas assumem perfis que 
fornecem credenciais temporárias.

Para o gerenciamento de acesso centralizado, recomendamos usar o .AWS IAM Identity Center É 
possível criar usuários e grupos no Centro de Identidade do IAM ou se conectar e sincronizar com 
um conjunto de usuários e grupos em sua própria fonte de identidade para uso em todas as suas 
Contas da AWS e aplicações. Para obter mais informações sobre o IAM Identity Center, consulte “O 
que é o IAM Identity Center?” no Guia do usuário do AWS IAM Identity Center.

Grupos e usuários do IAM

Um usuário do IAM é uma identidade dentro da Conta da AWS que tem permissões específicas 
para uma única pessoa ou aplicação. Sempre que possível, recomendamos contar com credenciais 
temporárias em vez de criar usuários do IAM com credenciais de longo prazo, como senhas e 
chaves de acesso. No entanto, se você tiver casos de utilização específicos que exijam credenciais 
de longo prazo com usuários do IAM, recomendamos alternar as chaves de acesso. Para obter mais 
informações, consulte Alterne as chaves de acesso regularmente para casos de uso que exijam 
credenciais de longo prazo no Guia do usuário do IAM.

Um grupo do IAM é uma identidade que especifica uma coleção de usuários do IAM. Não é possível 
fazer login como um grupo. É possível utilizar grupos para especificar permissões para vários 
usuários de uma vez. Os grupos facilitam o gerenciamento de permissões para grandes conjuntos 
de usuários. Por exemplo, é possível ter um grupo chamado IAMAdmins e atribuir a esse grupo 
permissões para administrar recursos do IAM.

Usuários são diferentes de perfis. Um usuário é exclusivamente associado a uma pessoa ou a uma 
aplicação, mas um perfil pode ser assumido por qualquer pessoa que precisar dele. Os usuários 
têm credenciais permanentes de longo prazo, mas os perfis fornecem credenciais temporárias. Para 
saber mais, consulte Quando criar um usuário do IAM (em vez de um perfil) no Guia do usuário do 
IAM.
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Perfis do IAM

Um perfil do IAM é uma identidade dentro da Conta da AWS que tem permissões específicas. Ele 
é semelhante a um usuário do IAM, mas não está associado a uma pessoa específica. É possível 
assumir temporariamente um perfil do IAM no AWS Management Console alternando perfis. É 
possível assumir um perfil chamando uma operação de API da AWS CLI ou da AWS, ou usando um 
URL personalizado. Para obter mais informações sobre métodos para o uso de perfis, consulte Usar 
perfis do IAM no Guia do usuário do IAM.

Perfis do IAM com credenciais temporárias são úteis nas seguintes situações:

• Acesso de usuário federado: para atribuir permissões a identidades federadas, é possível criar 
um perfil e definir permissões para ele. Quando uma identidade federada é autenticada, essa 
identidade é associada ao perfil e recebe as permissões definidas pelo mesmo. Para obter 
mais informações sobre perfis para federação, consulte Criar uma função para um provedor de 
identidade de terceiros no Guia do usuário do IAM. Se você usar o IAM Identity Center, deverá 
configurar um conjunto de permissões. Para controlar o que suas identidades podem acessar 
após a autenticação, o Centro de identidade do IAM correlaciona o conjunto de permissões a 
um perfil no IAM. Para obter informações sobre conjuntos de permissões, consulte Conjuntos de 
permissões no Guia do usuário do AWS IAM Identity Center.

• Permissões temporárias para usuários do IAM: um usuário ou um perfil do IAM pode assumir um 
perfil do IAM para obter temporariamente permissões diferentes para uma tarefa específica.

• Acesso entre contas: é possível usar um perfil do IAM para permitir que alguém (uma entidade 
principal confiável) em outra conta acesse recursos em sua conta. Os perfis são a principal forma 
de conceder acesso entre contas. No entanto, alguns Serviços da AWS permitem que você anexe 
uma política diretamente a um recurso (em vez de usar uma função como proxy). Para saber a 
diferença entre perfis e políticas baseadas em recurso para acesso entre contas, consulte Como 
os perfis do IAM diferem das políticas baseadas em recurso no Guia do usuário do IAM.

• Acesso entre serviços: alguns Serviços da AWS usam atributos em outros Serviços da AWS. Por 
exemplo, quando você faz uma chamada em um serviço, é comum que esse serviço execute 
aplicações no Amazon EC2 ou armazene objetos no Amazon S3. Um serviço pode fazer isso 
usando as permissões do principal de chamada, usando um perfil de serviço ou uma função 
vinculada ao serviço.

• Encaminhamento de sessões de acesso (FAS): qualquer pessoa que utilizar uma função ou 
usuário do IAM para realizar ações na AWS é considerada uma entidade principal. Ao usar 
alguns serviços, você pode executar uma ação que inicia outra ação em um serviço diferente. O 
recurso FAS utiliza as permissões da entidade principal que chama um AWS service (Serviço da 
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AWS), combinadas às permissões do AWS service (Serviço da AWS) solicitante, para realizar 
solicitações para serviços downstream. As solicitações de FAS só são feitas quando um serviço 
recebe uma solicitação que exige interações com outros Serviços da AWS ou com recursos para 
serem concluídas. Nesse caso, você precisa ter permissões para executar ambas as ações. 
Para obter detalhes da política ao fazer solicitações de FAS, consulte Encaminhar sessões de 
acesso.

• Perfil de serviço: um perfil de serviço é um perfil do IAM que um serviço assume para realizar 
ações em seu nome. Um administrador do IAM pode criar, modificar e excluir um perfil de 
serviço do IAM. Para obter mais informações, consulte Criar um perfil para delegar permissões a 
um AWS service (Serviço da AWS) no Guia do usuário do IAM.

• Perfil vinculado a serviço: um perfil vinculado a serviço é um tipo de perfil de serviço vinculado 
a um AWS service (Serviço da AWS). O serviço pode assumir o perfil de executar uma ação 
em seu nome. Os perfis vinculados ao serviço aparecem em sua Conta da AWS e são de 
propriedade do serviço. Um administrador do IAM pode visualizar, mas não pode editar as 
permissões para perfis vinculados ao serviço.

• Aplicações em execução no Amazon EC2: é possível usar um perfil do IAM para gerenciar 
credenciais temporárias para aplicações em execução em uma instância do EC2 e fazer 
solicitações da AWS CLI ou da AWS API. É preferível fazer isso a armazenar chaves de acesso 
na instância do EC2. Para atribuir um perfil da AWS a uma instância do EC2 e disponibilizá-la 
para todas as suas aplicações, crie um perfil de instância que esteja anexado a ela. Um perfil de 
instância contém o perfil e permite que os programas em execução na instância do EC2 obtenham 
credenciais temporárias. Para mais informações, consulte Usar um perfil do IAM para conceder 
permissões a aplicações em execução nas instâncias do Amazon EC2 no Guia do usuário do IAM.

Para saber se deseja usar os perfis do IAM, consulte Quando criar uma função do IAM (em vez de 
um usuário) no Guia do usuário do IAM.

Gerenciamento do acesso usando políticas

Você controla o acesso na AWS criando políticas e anexando-as a identidades ou recursos da AWS. 
Uma política é um objeto na AWS que, quando associado a uma identidade ou recurso, define suas 
permissões. A AWS avalia essas políticas quando uma entidade principal (usuário, usuário raiz ou 
sessão de função) faz uma solicitação. As permissões nas políticas determinam se a solicitação será 
permitida ou negada. A maioria das políticas são armazenadas na AWS como documentos JSON. 
Para obter mais informações sobre a estrutura e o conteúdo de documentos de políticas JSON, 
consulte Visão geral das políticas JSON no Guia do usuário do IAM.
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Os administradores podem usar AWS as políticas JSON da para especificar quem tem acesso a quê. 
Ou seja, qual entidade principal pode executar ações em quais recursos e em que condições.

Por padrão, usuários e funções não têm permissões. Para conceder aos usuários permissões para 
executar ações nos recursos de que eles precisam, um administrador do IAM pode criar políticas do 
IAM. O administrador pode então adicionar as políticas do IAM a perfis, e os usuários podem assumir 
os perfis.

As políticas do IAM definem permissões para uma ação independente do método usado para 
executar a operação. Por exemplo, suponha que você tenha uma política que permite a ação
iam:GetRole. Um usuário com essa política pode obter informações de perfis do AWS 
Management Console, da AWS CLI ou da API da AWS.

Políticas baseadas em identidade

As políticas baseadas em identidade são documentos de políticas de permissões JSON que 
você pode anexar a uma identidade, como usuário, grupo de usuários ou perfil do IAM. Essas 
políticas controlam quais ações os usuários e funções podem realizar, em quais recursos e em que 
condições. Para saber como criar uma política baseada em identidade, consulte Criar políticas do 
IAM no Guia do usuário do IAM.

As políticas baseadas em identidade podem ser categorizadas ainda mais como políticas embutidas
ou políticas gerenciadas. As políticas em linha são anexadas diretamente a um único usuário, 
grupo ou perfil. As políticas gerenciadas são políticas independentes que podem ser anexadas 
a vários usuários, grupos e perfis na Conta da AWS. As políticas gerenciadas incluem políticas 
gerenciadas pela AWS e políticas gerenciadas pelo cliente. Para saber como escolher entre uma 
política gerenciada ou uma política em linha, consulte Escolher entre políticas gerenciadas e políticas
em linha no Guia do usuário do IAM.

Políticas baseadas em recurso

Políticas baseadas em recurso são documentos de políticas JSON que você anexa a um recurso. 
São exemplos de políticas baseadas em recursos as políticas de confiança de perfil do IAM e as
políticas de bucket do Amazon S3. Em serviços compatíveis com políticas baseadas em recursos, 
os administradores de serviço podem usá-las para controlar o acesso a um recurso específico. 
Para o recurso ao qual a política está anexada, a política define quais ações uma entidade principal 
especificada pode executar nesse recurso e em que condições. Você deve especificar uma entidade 
principal em uma política baseada em recursos. As entidades principais podem incluir contas, 
usuários, perfis, usuários federados ou Serviços da AWS.
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Políticas baseadas em recursos são políticas em linha que estão localizadas nesse serviço. Não é 
possível usar as políticas gerenciadas da AWS do IAM em uma política baseada em recursos.

Listas de controle de acesso (ACLs)

As listas de controle de acesso (ACLs) controlam quais principais (membros, usuários ou perfis da 
conta) têm permissões para acessar um recurso. As ACLs são semelhantes às políticas baseadas 
em recursos, embora não usem o formato de documento de política JSON.

Amazon S3, AWS WAF e Amazon VPC são exemplos de serviços compatíveis com ACLs. Para 
saber mais sobre ACLs, consulte Visão geral da lista de controle de acesso (ACL) no Guia do 
desenvolvedor do Amazon Simple Storage Service.

Outros tipos de política

A AWS aceita tipos de política menos comuns. Esses tipos de política podem definir o máximo de 
permissões concedidas a você pelos tipos de política mais comuns.

• Limites de permissões: um limite de permissões é um atributo avançado no qual você define o 
máximo de permissões que uma política baseada em identidade pode conceder a uma entidade 
do IAM (usuário ou perfil do IAM). É possível definir um limite de permissões para uma entidade. 
As permissões resultantes são a interseção das políticas baseadas em identidade de uma 
entidade com seus limites de permissões. As políticas baseadas em recurso que especificam 
o usuário ou o perfil no campo Principal não são limitadas pelo limite de permissões. Uma 
negação explícita em qualquer uma dessas políticas substitui a permissão. Para obter mais 
informações sobre limites de permissões, consulte Limites de permissões para identidades do IAM
no Guia do usuário do IAM.

• Políticas de controle de serviço (SCPs): SCPs são políticas JSON que especificam as permissões 
máximas para uma organização ou unidade organizacional (UO) no AWS Organizations. O 
AWS Organizations é um serviço para agrupar e gerenciar centralmente várias Contas da AWS 
pertencentes à sua empresa. Se você habilitar todos os atributos em uma organização, poderá 
aplicar políticas de controle de serviço (SCPs) a qualquer uma ou a todas as contas. O SCP limita 
as permissões para entidades em contas-membro, incluindo cada .Usuário raiz da conta da AWS 
Para obter mais informações sobre o Organizações e SCPs, consulte How SCPs work (Como os 
SCPs funcionam) noAWS Organizations Guia do usuário do .

• Políticas de sessão: são políticas avançadas que você transmite como um parâmetro quando 
cria de forma programática uma sessão temporária para um perfil ou um usuário federado. As 
permissões da sessão resultante são a interseção das políticas baseadas em identidade do 
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usuário ou do perfil e das políticas de sessão. As permissões também podem ser provenientes 
de uma política baseada em recurso. Uma negação explícita em qualquer uma dessas políticas 
substitui a permissão. Para obter mais informações, consulte Políticas de sessão no Guia do 
usuário do IAM.

Vários tipos de política

Quando vários tipos de política são aplicáveis a uma solicitação, é mais complicado compreender as 
permissões resultantes. Para saber como a AWS determina se deve permitir uma solicitação quando 
há vários tipos de política envolvidos, consulte Lógica da avaliaçãode políticas no Guia do usuário do 
IAM.

Como a Amazon SageMaker trabalha com o IAM

Antes de usar o IAM para gerenciar o acesso SageMaker, você deve entender quais recursos do 
IAM estão disponíveis para uso SageMaker. Para ter uma visão de alto nível de como SageMaker 
e outros AWS serviços funcionam com o IAM, consulte AWSServiços que funcionam com o IAM no
Guia do usuário do IAM.

Tópicos

• SageMaker Políticas baseadas em identidade

SageMaker Políticas baseadas em identidade

Com as políticas baseadas em identidade do IAM, é possível especificar ações ou atributos 
permitidos ou negados, bem como as condições sob as quais as ações são permitidas ou negadas. 
SageMaker oferece suporte a ações, recursos e chaves de condição específicos. Para conhecer 
todos os elementos usados em uma política JSON, consulte Referência de elementos de política 
JSON do IAM no Guia do usuário do IAM.

Ações

Os administradores podem usar as políticas JSON da AWS para especificar quem tem acesso a o 
quê. Ou seja, qual entidade principal pode executar ações em quais recursos e em que condições.

O elemento Action de uma política JSON descreve as ações que é possível usar para permitir ou 
negar acesso em uma política. As ações de política geralmente têm o mesmo nome que a operação 
de API da AWS associada. Existem algumas exceções, como ações somente de permissão, que não 
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têm uma operação de API correspondente. Algumas operações também exigem várias ações em 
uma política. Essas ações adicionais são chamadas de ações dependentes.

Incluem ações em uma política para conceder permissões para executar a operação associada.

As ações políticas SageMaker usam o seguinte prefixo antes da ação:sagemaker:. Por 
exemplo, para conceder permissão a alguém para executar um trabalho de SageMaker 
treinamento com a operação da SageMaker CreateTrainingJob API, você inclui a
sagemaker:CreateTrainingJob ação na política dessa pessoa. As declarações de política 
devem incluir um NotAction elemento Action ou. SageMaker define seu próprio conjunto de 
ações que descrevem as tarefas que você pode executar com esse serviço.

Para especificar várias ações em uma única instrução, separe-as com vírgulas, como segue:

"Action": [ 
      "sagemaker:action1", 
      "sagemaker:action2"
]

Você também pode especificar várias ações usando caracteres curinga (*). Por exemplo, para 
especificar todas as ações que começam com a palavra Describe, inclua a seguinte ação:

"Action": "sagemaker:Describe*"

Para ver uma lista de SageMaker ações, consulte Ações, recursos e chaves de condição para a 
Amazon SageMaker na Referência de autorização de serviço.

Recursos

SageMaker não suporta a especificação de ARNs de recursos em uma política.

Chaves de condição

Os administradores podem usar as políticas JSON AWS para especificar quem tem acesso a quê. 
Ou seja, qual entidade principal pode executar ações em quais recursos e em que condições.

O elemento Condition (ou Condition bloco de) permite que você especifique condições nas 
quais uma instrução está em vigor. O elemento Condition é opcional. É possível criar expressões 
condicionais que usam atendentes de condição, como “igual a” ou “menor que”, para fazer a 
condição da política corresponder aos valores na solicitação.
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Se você especificar vários elementos Condition em uma instrução ou várias chaves em um único
Condition elemento, a AWS os avaliará usando uma operação lógica AND. Se você especificar 
vários valores para uma única chave de condição, a AWS avaliará a condição usando uma operação 
lógica OR. Todas as condições devem ser atendidas antes que as permissões da instrução sejam 
concedidas.

É possível também usar variáveis de espaço reservado ao especificar as condições. Por exemplo, é 
possível conceder a um usuário do IAM permissão para acessar um recurso somente se ele estiver 
marcado com seu nome de usuário do IAM. Para obter mais informações, consulte Elementos de 
política do IAM: variáveis e tags no Guia do usuário do IAM.

A AWS oferece suporte a chaves de condição globais e chaves de condição específicas do serviço. 
Para ver todas as AWS chaves de condição globais da , consulte AWSChaves de contexto de 
condição globais da  no Guia do usuário do IAM.

SageMaker define seu próprio conjunto de chaves de condição e também oferece suporte ao uso 
de algumas chaves de condição globais. Para ver todas as chaves de condição globais da AWS, 
consulte Chaves de contexto de condição globais da AWS no Guia do usuário do IAM.

SageMaker oferece suporte a várias chaves de condição específicas do serviço que você pode usar 
para um controle de acesso refinado para as seguintes operações:

• CreateProcessingJob

• CreateTrainingJob

• CreateModel

• CreateEndpointConfig

• CreateTransformJob

• CreateHyperParameterTuningJob

• CreateLabelingJob

• CreateNotebookInstance

• UpdateNotebookInstance

Para ver uma lista de chaves de SageMaker condição, consulte Chaves de condição para Amazon 
SageMaker  no Guia do usuário do IAM. Para saber com quais ações e recursos você pode usar 
uma chave de condição, consulte Ações definidas pela Amazon SageMaker.
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Para exemplos de uso de chaves de SageMaker condição, veja o seguinte:Controle a criação de 
SageMaker recursos com chaves de condição.

Exemplos

Para ver exemplos de políticas SageMaker baseadas em identidade, consulte. Exemplos de políticas 
SageMaker baseadas em identidade da Amazon

SageMaker Políticas baseadas em recursos

SageMaker não oferece suporte a políticas baseadas em recursos.

Autorização baseada em tags do SageMaker

Você pode anexar tags a SageMaker recursos ou passar tags em uma solicitação para 
SageMaker. Para controlar o acesso baseado em tags, forneça informações sobre as tags no
elemento de condição de uma política usando as sagemaker:ResourceTag/key-name,
aws:RequestTag/key-name ou aws:TagKeys chaves de condição. Para obter mais informações 
sobre recursos de marcação do SageMaker , consulte Controle o acesso aos SageMaker recursos 
usando tags.

Para visualizar um exemplo de política baseada em identidade para limitar o acesso a um atributo 
baseado em tags desse atributo, consulte Controle o acesso aos SageMaker recursos usando tags.

SageMaker Funções do IAM

Perfil do IAM é uma entidade dentro da sua conta da AWS que tem permissões específicas.

Usando credenciais temporárias com SageMaker

É possível usar credenciais temporárias para fazer login com federação, assumir um perfil do IAM ou 
assumir um perfil entre contas. Obtenha credenciais de segurança temporárias chamando operações 
de API AWS STS tais como AssumeRole ou GetFederationToken.

SageMaker suporta o uso de credenciais temporárias.

Funções vinculadas ao serviço

SageMaker suporta parcialmente funções vinculadas ao serviço. Atualmente, as funções vinculadas 
ao serviço estão disponíveis para trabalhos do SageMaker Studio Classic e de SageMaker 
treinamento.
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Perfis de serviço

Esse atributo permite que um serviço assuma um perfil de serviço em seu nome. A função permite 
que o serviço acesse recursos em outros serviços para concluir uma ação em seu nome. Os perfis 
de serviço aparecem em sua conta do IAM e são de propriedade da conta. Isso indica que um 
administrador do IAM pode alterar as permissões para essa função. Porém, fazer isso pode alterar a 
funcionalidade do serviço.

SageMaker suporta funções de serviço.

Escolha de uma função do IAM em SageMaker

Ao criar uma instância de notebook, um trabalho de processamento, um trabalho de treinamento, um 
endpoint hospedado ou um recurso de trabalho de transformação em lote SageMaker, você deve 
escolher uma função SageMaker para permitir o acesso SageMaker em seu nome. Caso já tenha 
criado uma função de serviço ou função vinculada ao serviço, o SageMaker fornecerá uma lista das 
funções para sua escolha. É importante escolher uma função que permita o acesso às operações e 
aos recursos necessários do AWS. Para ter mais informações, consulte SageMaker Funções.

Exemplos de políticas SageMaker baseadas em identidade da Amazon

Por padrão, os usuários e os perfis do IAM não têm permissão para criar ou modificar recursos do 
SageMaker . Eles também não podem executar tarefas usando o AWS Management Console, a 
AWS CLI ou uma API da AWS. Um administrador do IAM deve criar políticas do IAM que concedam 
aos usuários e perfis permissão para executarem operações de API específicas nos recursos 
especificados de que precisam. O administrador deve anexar essas políticas aos usuários ou grupos 
do IAM que exigem essas permissões. Para saber como anexar políticas a um usuário ou grupo do 
IAM, consulte Adicionar e remover permissões de identidade do IAM no Guia do usuário do IAM.

Para saber como criar uma política baseada em identidade do IAM usando esses exemplos de 
documentos de política JSON, consulte Criar políticas na guia JSON no Guia do usuário do IAM.

Tópicos

• Melhores práticas de políticas

• Usando o SageMaker console

• Permitir que os usuários visualizem suas próprias permissões

• Controle a criação de SageMaker recursos com chaves de condição

• Controle o acesso à SageMaker API usando políticas baseadas em identidade
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• Limite o acesso à SageMaker API e às chamadas de tempo de execução por endereço IP

• Limitar o acesso a uma instância de caderno por endereço IP

• Controle o acesso aos SageMaker recursos usando tags

• Forneça permissões para marcar SageMaker recursos após a criação

Melhores práticas de políticas

As políticas baseadas em identidade determinam se alguém pode criar, acessar ou excluir 
SageMaker recursos em sua conta. Essas ações podem incorrer em custos para a Conta da AWS. 
Ao criar ou editar políticas baseadas em identidade, siga estas diretrizes e recomendações:

• Comece com AWS as políticas gerenciadas pela e avance para as permissões de privilégio 
mínimo: para começar a conceder permissões a seus usuários e workloads, use as AWS políticas 
gerenciadas pela que concedem permissões para muitos casos de uso comuns. Elas estão 
disponíveis na sua Conta da AWS. Recomendamos que você reduza ainda mais as permissões 
definindo políticas gerenciadas pelo cliente da AWS específicas para seus casos de uso. Para 
obter mais informações, consulte Políticas gerenciadas pela AWS ou Políticas gerenciadas pela 
AWS para perfis de trabalho no Guia do usuário do IAM.

• Aplique permissões de privilégio mínimo: ao definir permissões com as políticas do IAM, conceda 
apenas as permissões necessárias para executar uma tarefa. Você faz isso definindo as ações 
que podem ser executadas em recursos específicos sob condições específicas, também 
conhecidas como permissões de privilégio mínimo. Para obter mais informações sobre como usar 
o IAM para aplicar permissões, consulte Políticas e permissões no IAM no Guia do usuário do IAM.

• Use condições nas políticas do IAM para restringir ainda mais o acesso: é possível adicionar uma 
condição às políticas para limitar o acesso a ações e recursos. Por exemplo, é possível escrever 
uma condição de política para especificar que todas as solicitações devem ser enviadas usando 
SSL. É possível também usar condições para conceder acesso a ações de serviço, se elas forem 
usadas por meio de um AWS service (Serviço da AWS) específico, como o AWS CloudFormation. 
Para obter mais informações, consulte Elementos de política JSON do IAM: Condição no Manual 
do usuário do IAM.

• Use o IAM Access Analyzer para validar suas políticas do IAM a fim de garantir permissões 
seguras e funcionais: o IAM Access Analyzer valida as políticas novas e existentes para que elas 
sigam a linguagem de política do IAM (JSON) e as práticas recomendadas do IAM. O IAM Access 
Analyzer oferece mais de 100 verificações de política e recomendações acionáveis para ajudá-lo 
a criar políticas seguras e funcionais. Para obter mais informações, consulte Validação de políticas 
do IAM Access Analyzer no Guia do usuário do IAM.

Exemplos de políticas baseadas em identidade 5913

https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_managed-vs-inline.html#aws-managed-policies
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_job-functions.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_job-functions.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/reference_policies_elements_condition.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access-analyzer-policy-validation.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access-analyzer-policy-validation.html


Amazon SageMaker Guia do Desenvolvedor

• Exigir autenticação multifator (MFA): se houver um cenário que exija usuários do IAM ou um 
usuário raiz em sua Conta da AWS, ative a MFA para obter segurança adicional. Para exigir MFA 
quando as operações de API forem chamadas, adicione condições de MFA às suas políticas. Para 
obter mais informações, consulte Configuração de acesso à API protegido por MFA no Guia do 
usuário do IAM.

Para obter mais informações sobre as práticas recomendadas do IAM, consulte Práticas 
recomendadas de segurança no IAM no Guia do usuário do IAM.

Usando o SageMaker console

Para acessar o SageMaker console da Amazon, você deve ter um conjunto mínimo de permissões. 
Essas permissões dão autorização para que você liste e visualize detalhes sobre os recursos do 
SageMaker na sua conta da AWS. Se você criar uma política baseada em identidade que seja mais 
restritiva do que as permissões mínimas necessárias, o console não funcionará como pretendido 
para entidades (usuários ou perfis) com essa política.

Para garantir que essas entidades ainda possam usar o SageMaker console, anexe também a 
seguinte política AWS gerenciada às entidades. Para obter mais informações, consulte Adição de 
permissões a um usuário no Manual do usuário do IAM:

Não é necessário conceder permissões mínimas do console para usuários que fazem chamadas 
somente à AWS CLI ou à API do AWS. Em vez disso, permita o acesso somente às ações que 
corresponderem a operação da API que você estiver tentando executar.

Tópicos

• Permissões necessárias para usar o Amazon SageMaker Console

• Permissões necessárias para usar o Amazon SageMaker Ground Truth Console

• Permissões necessárias para usar o console da Amazon Augmented AI (visualização)

Permissões necessárias para usar o Amazon SageMaker Console

A tabela de referência de permissões lista as operações de SageMaker API da Amazon e mostra 
as permissões necessárias para cada operação. Para obter mais informações sobre as operações 
de SageMaker API da Amazon, consultePermissões de SageMaker API da Amazon: referência de 
ações, permissões e recursos.
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Para usar o SageMaker console da Amazon, você precisa conceder permissões para ações 
adicionais. Especificamente, o console precisa de permissões que permitam que as ações ec2
exibam sub-redes, VPCs e security groups. Opcionalmente, o console precisa de permissão 
para criar funções de execução para tarefas como CreateNotebook, CreateTrainingJob e
CreateModel. Conceda essas permissões com a seguinte política de permissões:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
          "Sid": "SageMakerApis", 
          "Effect": "Allow", 
          "Action": [ 
            "sagemaker:*" 
          ], 
          "Resource": "*" 
        }, 
        { 
          "Sid": "VpcConfigurationForCreateForms", 
          "Effect": "Allow", 
          "Action": [ 
            "ec2:DescribeVpcs", 
            "ec2:DescribeSubnets", 
            "ec2:DescribeSecurityGroups" 
          ], 
          "Resource": "*" 
        }, 
        { 
            "Sid":"KmsKeysForCreateForms", 
            "Effect":"Allow", 
            "Action":[ 
              "kms:DescribeKey", 
              "kms:ListAliases" 
            ], 
            "Resource":"*" 
        }, 
        { 
          "Sid": "AccessAwsMarketplaceSubscriptions", 
          "Effect": "Allow", 
          "Action": [ 
            "aws-marketplace:ViewSubscriptions" 
          ], 
          "Resource": "*" 
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        }, 
        { 
          "Effect": "Allow", 
          "Action": [ 
            "codecommit:BatchGetRepositories", 
            "codecommit:CreateRepository", 
            "codecommit:GetRepository", 
            "codecommit:ListRepositories", 
            "codecommit:ListBranches", 
            "secretsmanager:CreateSecret", 
            "secretsmanager:DescribeSecret", 
            "secretsmanager:ListSecrets" 
          ], 
          "Resource": "*" 
        }, 
        { 
          "Sid":"ListAndCreateExecutionRoles", 
          "Effect":"Allow", 
          "Action":[ 
            "iam:ListRoles", 
            "iam:CreateRole", 
            "iam:CreatePolicy", 
            "iam:AttachRolePolicy" 
          ], 
          "Resource":"*" 
        }, 
        { 
          "Sid": "DescribeECRMetaData", 
          "Effect": "Allow", 
          "Action": [ 
              "ecr:Describe*" 
          ], 
          "Resource": "*" 
        }, 
        { 
          "Sid": "PassRoleForExecutionRoles", 
          "Effect": "Allow", 
          "Action": [ 
            "iam:PassRole" 
          ], 
          "Resource": "*", 
          "Condition": { 
            "StringEquals": { 
                "iam:PassedToService": "sagemaker.amazonaws.com" 
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            } 
          } 
        } 
    ]
}

Permissões necessárias para usar o Amazon SageMaker Ground Truth Console

Para usar o console do Amazon SageMaker Ground Truth, você precisa conceder permissões para 
recursos adicionais. Especificamente, o console precisa de permissões para o AWS Marketplace 
visualizar assinaturas, operações do Amazon Cognito para gerenciar sua força de trabalho privada, 
ações do Amazon S3 para acesso aos seus arquivos de entrada e saída e ações de AWS Lambda 
para listar e invocar funções. Conceda essas permissões com a seguinte política de permissões:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "GroundTruthConsole", 
            "Effect": "Allow", 
            "Action": [ 
                "aws-marketplace:DescribeListings", 
                "aws-marketplace:ViewSubscriptions", 

                "cognito-idp:AdminAddUserToGroup", 
                "cognito-idp:AdminCreateUser", 
                "cognito-idp:AdminDeleteUser", 
                "cognito-idp:AdminDisableUser", 
                "cognito-idp:AdminEnableUser", 
                "cognito-idp:AdminRemoveUserFromGroup", 
                "cognito-idp:CreateGroup", 
                "cognito-idp:CreateUserPool", 
                "cognito-idp:CreateUserPoolClient", 
                "cognito-idp:CreateUserPoolDomain", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:ListGroups", 
                "cognito-idp:ListIdentityProviders", 
                "cognito-idp:ListUsers", 
                "cognito-idp:ListUsersInGroup", 
                "cognito-idp:ListUserPoolClients", 
                "cognito-idp:ListUserPools", 
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                "cognito-idp:UpdateUserPool", 
                "cognito-idp:UpdateUserPoolClient", 

                "groundtruthlabeling:DescribeConsoleJob", 
                "groundtruthlabeling:ListDatasetObjects", 
                "groundtruthlabeling:RunFilterOrSampleManifestJob", 
                "groundtruthlabeling:RunGenerateManifestByCrawlingJob", 

                "lambda:InvokeFunction", 
                "lambda:ListFunctions", 

                "s3:GetObject", 
                "s3:PutObject", 
                "s3:SelectObjectContent" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Permissões necessárias para usar o console da Amazon Augmented AI (visualização)

Para usar o console do Augmented AI, é necessário conceder permissões a recursos adicionais. 
Conceda essas permissões com a seguinte política de permissões:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*Algorithm", 
                "sagemaker:*Algorithms", 
                "sagemaker:*App", 
                "sagemaker:*Apps", 
                "sagemaker:*AutoMLJob", 
                "sagemaker:*AutoMLJobs", 
                "sagemaker:*CodeRepositories", 
                "sagemaker:*CodeRepository", 
                "sagemaker:*CompilationJob", 
                "sagemaker:*CompilationJobs", 
                "sagemaker:*Endpoint", 
                "sagemaker:*EndpointConfig", 
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                "sagemaker:*EndpointConfigs", 
                "sagemaker:*EndpointWeightsAndCapacities", 
                "sagemaker:*Endpoints", 
                "sagemaker:*Environment", 
                "sagemaker:*EnvironmentVersion", 
                "sagemaker:*EnvironmentVersions", 
                "sagemaker:*Environments", 
                "sagemaker:*Experiment", 
                "sagemaker:*Experiments", 
                "sagemaker:*FlowDefinitions", 
                "sagemaker:*HumanLoop", 
                "sagemaker:*HumanLoops", 
                "sagemaker:*HumanTaskUi", 
                "sagemaker:*HumanTaskUis", 
                "sagemaker:*HyperParameterTuningJob", 
                "sagemaker:*HyperParameterTuningJobs", 
                "sagemaker:*LabelingJob", 
                "sagemaker:*LabelingJobs", 
                "sagemaker:*Metrics", 
                "sagemaker:*Model", 
                "sagemaker:*ModelPackage", 
                "sagemaker:*ModelPackages", 
                "sagemaker:*Models", 
                "sagemaker:*MonitoringExecutions", 
                "sagemaker:*MonitoringSchedule", 
                "sagemaker:*MonitoringSchedules", 
                "sagemaker:*NotebookInstance", 
                "sagemaker:*NotebookInstanceLifecycleConfig", 
                "sagemaker:*NotebookInstanceLifecycleConfigs", 
                "sagemaker:*NotebookInstanceUrl", 
                "sagemaker:*NotebookInstances", 
                "sagemaker:*ProcessingJob", 
                "sagemaker:*ProcessingJobs", 
                "sagemaker:*RenderUiTemplate", 
                "sagemaker:*Search", 
                "sagemaker:*SearchSuggestions", 
                "sagemaker:*Tags", 
                "sagemaker:*TrainingJob", 
                "sagemaker:*TrainingJobs", 
                "sagemaker:*TransformJob", 
                "sagemaker:*TransformJobs", 
                "sagemaker:*Trial", 
                "sagemaker:*TrialComponent", 
                "sagemaker:*TrialComponents", 
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                "sagemaker:*Trials", 
                "sagemaker:*Workteam", 
                "sagemaker:*Workteams" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*FlowDefinition" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIfExists": { 
                    "sagemaker:WorkteamType": [ 
                        "private-crowd", 
                        "vendor-crowd" 
                    ] 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "application-autoscaling:DeleteScalingPolicy", 
                "application-autoscaling:DeleteScheduledAction", 
                "application-autoscaling:DeregisterScalableTarget", 
                "application-autoscaling:DescribeScalableTargets", 
                "application-autoscaling:DescribeScalingActivities", 
                "application-autoscaling:DescribeScalingPolicies", 
                "application-autoscaling:DescribeScheduledActions", 
                "application-autoscaling:PutScalingPolicy", 
                "application-autoscaling:PutScheduledAction", 
                "application-autoscaling:RegisterScalableTarget", 
                "aws-marketplace:ViewSubscriptions", 
                "cloudwatch:DeleteAlarms", 
                "cloudwatch:DescribeAlarms", 
                "cloudwatch:GetMetricData", 
                "cloudwatch:GetMetricStatistics", 
                "cloudwatch:ListMetrics", 
                "cloudwatch:PutMetricAlarm", 
                "cloudwatch:PutMetricData", 
                "codecommit:BatchGetRepositories", 
                "codecommit:CreateRepository", 
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                "codecommit:GetRepository", 
                "codecommit:ListBranches", 
                "codecommit:ListRepositories", 
                "cognito-idp:AdminAddUserToGroup", 
                "cognito-idp:AdminCreateUser", 
                "cognito-idp:AdminDeleteUser", 
                "cognito-idp:AdminDisableUser", 
                "cognito-idp:AdminEnableUser", 
                "cognito-idp:AdminRemoveUserFromGroup", 
                "cognito-idp:CreateGroup", 
                "cognito-idp:CreateUserPool", 
                "cognito-idp:CreateUserPoolClient", 
                "cognito-idp:CreateUserPoolDomain", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:ListGroups", 
                "cognito-idp:ListIdentityProviders", 
                "cognito-idp:ListUserPoolClients", 
                "cognito-idp:ListUserPools", 
                "cognito-idp:ListUsers", 
                "cognito-idp:ListUsersInGroup", 
                "cognito-idp:UpdateUserPool", 
                "cognito-idp:UpdateUserPoolClient", 
                "ec2:CreateNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:CreateVpcEndpoint", 
                "ec2:DeleteNetworkInterface", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DescribeRouteTables", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeVpcs", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:BatchGetImage", 
                "ecr:CreateRepository", 
                "ecr:Describe*", 
                "ecr:GetAuthorizationToken", 
                "ecr:GetDownloadUrlForLayer", 
                "elastic-inference:Connect", 
                "elasticfilesystem:DescribeFileSystems", 
                "elasticfilesystem:DescribeMountTargets", 
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                "fsx:DescribeFileSystems", 
                "glue:CreateJob", 
                "glue:DeleteJob", 
                "glue:GetJob", 
                "glue:GetJobRun", 
                "glue:GetJobRuns", 
                "glue:GetJobs", 
                "glue:ResetJobBookmark", 
                "glue:StartJobRun", 
                "glue:UpdateJob", 
                "groundtruthlabeling:*", 
                "iam:ListRoles", 
                "kms:DescribeKey", 
                "kms:ListAliases", 
                "lambda:ListFunctions", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DescribeLogGroups", 
                "logs:DescribeLogStreams", 
                "logs:GetLogEvents", 
                "logs:PutLogEvents", 
                "sns:ListTopics" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "logs:CreateLogDelivery", 
                "logs:DeleteLogDelivery", 
                "logs:DescribeResourcePolicies", 
                "logs:GetLogDelivery", 
                "logs:ListLogDeliveries", 
                "logs:PutResourcePolicy", 
                "logs:UpdateLogDelivery" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:SetRepositoryPolicy", 
                "ecr:CompleteLayerUpload", 
                "ecr:BatchDeleteImage", 
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                "ecr:UploadLayerPart", 
                "ecr:DeleteRepositoryPolicy", 
                "ecr:InitiateLayerUpload", 
                "ecr:DeleteRepository", 
                "ecr:PutImage" 
            ], 
            "Resource": "arn:aws:ecr:*:*:repository/*sagemaker*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "codecommit:GitPull", 
                "codecommit:GitPush" 
            ], 
            "Resource": [ 
                "arn:aws:codecommit:*:*:*sagemaker*", 
                "arn:aws:codecommit:*:*:*SageMaker*", 
                "arn:aws:codecommit:*:*:*Sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:ListSecrets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue", 
                "secretsmanager:CreateSecret" 
            ], 
            "Resource": [ 
                "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue" 
            ], 
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            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "secretsmanager:ResourceTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "robomaker:CreateSimulationApplication", 
                "robomaker:DescribeSimulationApplication", 
                "robomaker:DeleteSimulationApplication" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "robomaker:CreateSimulationJob", 
                "robomaker:DescribeSimulationJob", 
                "robomaker:CancelSimulationJob" 
            ], 
            "Resource": [ 
                "*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:AbortMultipartUpload", 
                "s3:GetBucketCors", 
                "s3:PutBucketCors" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*", 
                "arn:aws:s3:::*aws-glue*" 
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            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:CreateBucket", 
                "s3:GetBucketLocation", 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "lambda:InvokeFunction" 
            ], 
            "Resource": [ 
                "arn:aws:lambda:*:*:function:*SageMaker*", 
                "arn:aws:lambda:*:*:function:*sagemaker*", 
                "arn:aws:lambda:*:*:function:*Sagemaker*", 
                "arn:aws:lambda:*:*:function:*LabelingFunction*" 
            ] 
        }, 
        { 
            "Action": "iam:CreateServiceLinkedRole", 
            "Effect": "Allow", 
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
            "Condition": { 
                "StringLike": { 
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                    "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "iam:CreateServiceLinkedRole", 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:AWSServiceName": "robomaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Subscribe", 
                "sns:CreateTopic" 
            ], 
            "Resource": [ 
                "arn:aws:sns:*:*:*SageMaker*", 
                "arn:aws:sns:*:*:*Sagemaker*", 
                "arn:aws:sns:*:*:*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": [ 
                        "sagemaker.amazonaws.com", 
                        "glue.amazonaws.com", 
                        "robomaker.amazonaws.com", 
                        "states.amazonaws.com" 
                    ] 
                } 
            } 
        } 
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    ]
}

Permitir que os usuários visualizem suas próprias permissões

Este exemplo mostra como é possível criar uma política que permite que os usuários do IAM 
visualizem as políticas gerenciadas e em linha anexadas a sua identidade de usuário. Essa política 
inclui permissões para concluir essa ação no console ou de forma programática usando a AWS CLI 
ou a AWS API.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "ViewOwnUserInfo", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetUserPolicy", 
                "iam:ListGroupsForUser", 
                "iam:ListAttachedUserPolicies", 
                "iam:ListUserPolicies", 
                "iam:GetUser" 
            ], 
            "Resource": ["arn:aws:iam::*:user/${aws:username}"] 
        }, 
        { 
            "Sid": "NavigateInConsole", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetGroupPolicy", 
                "iam:GetPolicyVersion", 
                "iam:GetPolicy", 
                "iam:ListAttachedGroupPolicies", 
                "iam:ListGroupPolicies", 
                "iam:ListPolicyVersions", 
                "iam:ListPolicies", 
                "iam:ListUsers" 
            ], 
            "Resource": "*" 
        } 
    ]
}
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Controle a criação de SageMaker recursos com chaves de condição

Controle o acesso refinado para permitir a criação de SageMaker recursos usando chaves de 
condição SageMaker específicas. Para obter mais informações sobre o uso de chaves de condição 
em políticas do IAM, consulteElementos de política JSON do IAM: condição no Guia do usuário do 
IAM.

As chaves de condição, junto com as ações de API relacionadas e os links para a documentação 
relevante, estão listados nas Chaves de condição do Guia do usuário do IAM. SageMaker

Os exemplos a seguir mostram como usar as chaves de SageMaker condição para controlar o 
acesso.

Tópicos

• Controle o acesso aos SageMaker recursos usando as chaves de condição do sistema de 
arquivos

• Restringir o treinamento a uma VPC específica

• Restringir o acesso a tipos de força de trabalho para trabalhos de rotulagem do Ground Truth e 
fluxos de trabalho de revisão humana do Amazon A2I

• Impor a criptografia dos dados de entrada

• Impor a criptografia do volume de armazenamento de instâncias de caderno

• Impor o isolamento da rede para trabalhos de treinamento

• Impor um tipo de instância específico para trabalhos de treinamento

• Impor um acelerador de EI específico para trabalhos de treinamento

• Impor a desativação do acesso à Internet e o acesso raiz para criar instâncias de caderno

Controle o acesso aos SageMaker recursos usando as chaves de condição do sistema de arquivos

SageMaker o treinamento fornece uma infraestrutura segura para a execução do algoritmo de 
treinamento, mas, em alguns casos, você pode querer uma defesa mais aprofundada. Por exemplo, 
você minimiza o risco de execução de código não confiável em seu algoritmo ou tem mandatos 
de segurança específicos em sua organização. Para esses cenários, é possível usar as chaves 
de condição específicas de serviço no elemento de condição de uma política do IAM para reduzir 
o escopo do usuário para sistemas de arquivos, diretórios, modos de acesso (leitura/gravação, 
somente leitura) e grupos de segurança específicos:

Tópicos

Exemplos de políticas baseadas em identidade 5928

https://docs.aws.amazon.com/IAM/latest/UserGuide/reference_policies_elements_condition.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/list_amazonsagemaker.html#amazonsagemaker-policy-keys


Amazon SageMaker Guia do Desenvolvedor

• Restrinja um usuário do IAM a diretórios e modos de acesso específicos

• Restringir um usuário a um sistema de arquivos específico

Restrinja um usuário do IAM a diretórios e modos de acesso específicos

A política abaixo restringe o usuário aos /sagemaker/xgboost-dm/validation diretórios /
sagemaker/xgboost-dm/train e de um sistema de arquivos EFS para ro (somente leitura): 
AccessMode

Note

Quando um diretório é permitido, todos os subdiretórios também podem ser acessados pelo 
algoritmo de treinamento. As permissões POSIX são ignoradas.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AccessToElasticFileSystem", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:FileSystemId": "fs-12345678", 
                    "sagemaker:FileSystemAccessMode": "ro", 
                    "sagemaker:FileSystemType": "EFS", 
                    "sagemaker:FileSystemDirectoryPath": "/sagemaker/xgboost-dm/train" 
                } 
            } 
        }, 
        { 
            "Sid": "AccessToElasticFileSystemValidation", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
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            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:FileSystemId": "fs-12345678", 
                    "sagemaker:FileSystemAccessMode": "ro", 
                    "sagemaker:FileSystemType": "EFS", 
                    "sagemaker:FileSystemDirectoryPath": "/sagemaker/xgboost-dm/
validation" 
                } 
            } 
        } 
    ]
}

Restringir um usuário a um sistema de arquivos específico

Para evitar que um algoritmo mal-intencionado que usa um cliente de espaço do usuário acesse 
qualquer sistema de arquivos diretamente em sua conta, você pode restringir o tráfego de rede 
permitindo a entrada de um grupo de segurança específico. No exemplo a seguir, o usuário do só 
pode usar o grupo de segurança especificado para acessar o sistema de arquivos:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AccessToLustreFileSystem", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:FileSystemId": "fs-12345678", 
                    "sagemaker:FileSystemAccessMode": "ro", 
                    "sagemaker:FileSystemType": "FSxLustre", 
                    "sagemaker:FileSystemDirectoryPath": "/fsx/sagemaker/xgboost/train" 
                }, 
                "ForAllValues:StringEquals": { 
                    "sagemaker:VpcSecurityGroupIds": [ 
                        "sg-12345678" 
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                    ] 
                } 
            } 
        } 
    ]
}

Embora o exemplo acima possa restringir um algoritmo a um sistema de arquivos específico, ele 
não impede que um algoritmo acesse qualquer diretório dentro desse sistema de arquivos usando o 
cliente de espaço do usuário. Para atenuar isso:

• Verifique se o sistema de arquivos contém apenas dados que você permite que usuários do 
acessem

• Crie um perfil do IAM que restrinja seus usuários a iniciar trabalhos de treinamento com algoritmos 
de repositórios do ECR aprovados

Para obter mais informações sobre como usar funções com SageMaker, consulte SageMaker 
Funções.

Restringir o treinamento a uma VPC específica

Restrinja um usuário da AWS a criar trabalhos de treinamento de dentro de uma Amazon VPC. 
Quando um trabalho de treinamento é criado em uma VPC, você pode usar os logs de fluxo da VPC 
para monitorar todo o tráfego de entrada e saída do cluster de treinamento. Para obter informações 
sobre como usar os logs de fluxo da VPC, consulte Logs de fluxo da VPC no Guia do usuário do 
Amazon Virtual Private Cloud.

A política a seguir impõe que um trabalho de treinamento seja criado por um usuário chamando
CreateTrainingJob de dentro de uma VPC:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "AllowFromVpc", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
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            "Resource": "*", 
            "Condition": { 
                "ForAllValues:StringEquals": { 
                    "sagemaker:VpcSubnets": ["subnet-a1234"], 
                    "sagemaker:VpcSecurityGroupIds": ["sg12345", "sg-67890"] 
                }, 
                "Null": { 
                    "sagemaker:VpcSubnets": "false", 
                    "sagemaker:VpcSecurityGroupIds": "false" 
                } 
            } 
        } 

    ]
}

Restringir o acesso a tipos de força de trabalho para trabalhos de rotulagem do Ground Truth e 
fluxos de trabalho de revisão humana do Amazon A2I

As equipes de trabalho do Amazon SageMaker Ground Truth e do Amazon Augmented AI 
se dividem em um dos três tipos de força de trabalho: pública (com o Amazon Mechanical 
Turk), privada e fornecedora. Para restringir o acesso do usuário a uma equipe de trabalho 
específica usando um desses tipos ou o ARN da equipe de trabalho, use as chaves de condição
sagemaker:WorkteamType e/ou sagemaker:WorkteamArn. Para a chave de condição
sagemaker:WorkteamType, use operadores de condição de string. Para a chave de condição
sagemaker:WorkteamArn, use os operadores de condição do nome do recurso da Amazon (ARN). 
Se o usuário tentar criar um trabalho de rotulagem com uma equipe de trabalho restrita, SageMaker 
retornará um erro de acesso negado.

As políticas abaixo demonstram diferentes maneiras de usar as chaves de condição
sagemaker:WorkteamArn e sagemaker:WorkteamType com operadores de condição 
apropriados e valores de condição válidos.

O exemplo a seguir usa a chave de condição sagemaker:WorkteamType com o operador de 
condição StringEquals para restringir o acesso a uma equipe de trabalho pública. Ele aceita 
valores de condição no seguinte formato: workforcetype-crowd, em que workforcetype pode 
ser igual a public, private ou vendor.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
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        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:WorkteamType": "public-crowd" 
                } 
            } 
        } 
    ]
}

As políticas a seguir mostram como restringir o acesso a uma equipe de trabalho pública usando 
a chave de condição sagemaker:WorkteamArn. O primeiro mostra como usá-lo com um regex-
variant válido do IAM do ARN da equipe de trabalho e o operador de condição ArnLike. O segundo 
mostra como usá-lo com o operador de condição ArnEquals e o ARN da equipe de trabalho.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "ArnLike": { 
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:*:*:workteam/public-
crowd/*" 
                } 
            } 
        } 
    ]
}

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "RestrictWorkteamType", 
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            "Effect": "Deny", 
            "Action": "sagemaker:CreateLabelingJob", 
            "Resource": "*", 
            "Condition": { 
                "ArnEquals": { 
                    "sagemaker:WorkteamArn": "arn:aws:sagemaker:us-
west-2:394669845002:workteam/public-crowd/default" 
                } 
            } 
        } 
    ]
}

Impor a criptografia dos dados de entrada

A política a seguir restringe um usuário para especificar uma chave do AWS KMS para criptografar 
dados de entrada ao criar trabalhos de rotulagem de ajuste de hiperparâmetros e de treinamento 
usando a chave de condição sagemaker:VolumeKmsKey:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceEncryption", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob", 
                "sagemaker:CreateLabelingJob", 
                "sagemaker:CreateFlowDefiniton" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ArnEquals": { 
                    "sagemaker:VolumeKmsKey": "arn:aws:kms:us-
west-2:111122223333:key/1234abcd-12ab-34cd-56ef-1234567890ab" 
                } 
            } 
        } 

     ]
}
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Impor a criptografia do volume de armazenamento de instâncias de caderno

A política a seguir restringe um usuário para especificar uma chave do AWS KMS para criptografar o 
volume de armazenamento anexado ao criar ou atualizar uma instância de caderno usando a chave 
de condição sagemaker:VolumeKmsKey:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceEncryption", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ArnLike": { 
                    "sagemaker:VolumeKmsKey": "*key/volume-kms-key-12345" 
                } 
            } 
        } 

     ]
}

Impor o isolamento da rede para trabalhos de treinamento

A política a seguir restringe um usuário para habilitar o isolamento de rede ao criar trabalhos de 
treinamento usando a chave de condição sagemaker:NetworkIsolation:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceIsolation", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
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                "Bool": { 
                    "sagemaker:NetworkIsolation": "true" 
                } 
            } 
        } 
    ]
}

Impor um tipo de instância específico para trabalhos de treinamento

A política a seguir restringe um usuário a usar um tipo de instância específico ao criar trabalhos de 
treinamento usando a chave de condição sagemaker:InstanceTypes:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnforceInstanceType", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateTrainingJob", 
                "sagemaker:CreateHyperParameterTuningJob" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAllValues:StringLike": { 
                    "sagemaker:InstanceTypes": ["ml.c5.*"] 
                } 
            } 
        } 

     ]
}

Impor um acelerador de EI específico para trabalhos de treinamento

A política a seguir restringe um usuário a usar um acelerador de inferência elástica (EI) específico, se 
um acelerador for fornecido, ao criar ou atualizar instâncias de caderno e ao criar configurações de 
endpoint usando a chave de condição sagemaker:AcceleratorTypes:

{ 
    "Version": "2012-10-17", 
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    "Statement": [ 
        { 
            "Sid": "EnforceAcceleratorType", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateNotebookInstance", 
                "sagemaker:UpdateNotebookInstance", 
                "sagemaker:CreateEndpointConfig" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAllValues:StringEquals": { 
                    "sagemaker:AcceleratorTypes": ["ml.eia1.medium"] 
                } 
            } 
        } 

     ]
}

Impor a desativação do acesso à Internet e o acesso raiz para criar instâncias de caderno

Você pode desabilitar o acesso à Internet e o acesso raiz a instâncias de caderno para ajudar a 
torná-las mais seguras. Para obter informações sobre como controlar o acesso raiz a uma instância 
de bloco de anotações, consulte Controle o acesso root a uma instância do SageMaker notebook. 
Para obter informações sobre como desabilitar o acesso à Internet para uma instância de caderno, 
consulte Conectar uma instância de caderno em uma VPC aos recursos externos.

A política a seguir requer que um usuário desative o acesso à rede ao criar uma instância e desative 
o acesso raiz ao criar ou atualizar uma instância de caderno.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "LockDownCreateNotebookInstance", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
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                    "sagemaker:DirectInternetAccess": "Disabled", 
                    "sagemaker:RootAccess": "Disabled" 
                }, 
                "Null": { 
                  "sagemaker:VpcSubnets": "false", 
                  "sagemaker:VpcSecurityGroupIds": "false" 
                } 
            } 
        }, 
        { 
            "Sid": "LockDownUpdateNotebookInstance", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:UpdateNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "sagemaker:RootAccess": "Disabled" 
                } 
            } 
        } 
     ]
}

Controle o acesso à SageMaker API usando políticas baseadas em identidade

Para controlar o acesso a chamadas de SageMaker API e chamadas a endpoints SageMaker 
hospedados, use políticas de IAM baseadas em identidade.

Tópicos

• Restrinja o acesso à SageMaker API e ao tempo de execução às chamadas de dentro da sua VPC

Restrinja o acesso à SageMaker API e ao tempo de execução às chamadas de dentro da sua VPC

Se você configurar um endpoint de interface na sua VPC, indivíduos fora da VPC ainda poderão se 
conectar à API e ao tempo de execução pela Internet, SageMaker a menos que você anexe uma 
política do IAM que restrinja o acesso às chamadas provenientes da VPC a todos os usuários e 
grupos que têm acesso aos seus recursos. SageMaker Para obter informações sobre como criar um 
endpoint de interface VPC para a SageMaker API e o tempo de execução, consulte. Conecte-se à 
SageMaker sua VPC
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Important

Se você aplicar uma política do IAM semelhante a uma das seguintes, os usuários não 
poderão acessar as SageMaker APIs especificadas por meio do console.

Para restringir o acesso apenas conexões feitas de dentro da sua VPC, crie uma política do AWS 
Identity and Access Management que restringe o acesso apenas às chamadas que vêm de dentro da 
sua VPC. Em seguida, adicione essa política a cada AWS Identity and Access Management usuário, 
grupo ou função usada para acessar a SageMaker API ou o tempo de execução.

Note

Essa política permite conexões somente para chamadores em uma sub-rede na qual você 
criou um endpoint de interface.

{ 
    "Id": "api-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnableAPIAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:SourceVpc": "vpc-111bbaaa" 
                } 
            } 
        } 
    ]
}

Se você quiser restringir o acesso à API apenas para chamadas feitas usando o endpoint de 
interface, use a chave de condição aws:SourceVpce, em vez de aws:SourceVpc:
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{ 
    "Id": "api-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "EnableAPIAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedNotebookInstanceUrl" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:sourceVpce": [ 
                        "vpce-111bbccc", 
                        "vpce-111bbddd" 
                    ] 
                } 
            } 
        } 
    ]
}

Limite o acesso à SageMaker API e às chamadas de tempo de execução por 
endereço IP

Para permitir acesso a chamadas de SageMaker API e invocações de tempo de execução somente 
de endereços IP em uma lista especificada por você, anexe uma política do IAM que negue acesso 
à API, a menos que a chamada venha de um endereço IP na lista para cada AWS Identity and 
Access Management usuário, grupo ou função usada para acessar a API ou o tempo de execução. 
Para obter informações sobre a criação de políticas do IAM, consulte Criação de políticas do IAM, 
no Manual do usuário do IAM do AWS Identity and Access Management. Para especificar a lista 
de endereços IP aos quais você deseja conceder acesso à chamada de API, utilize o operador de 
condição IpAddress e a chave de contexto de condição aws:SourceIP. Para obter informações 
sobre operadores de condição do IAM, consulte Elementos de política JSON do IAM: operadores de 
condições, no Guia do usuário do AWS Identity and Access Management. Para obter informações 
sobre chaves de contexto de condição do IAM, consulte Chaves globais de contexto de condição da 
AWS.
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Por exemplo, a política a seguir permite acesso a CreateTrainingJob somente a partir de 
endereços IP nos intervalos 192.0.2.0 - 192.0.2.255 e 203.0.113.0 - 203.0.113.255:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 

        { 
            "Effect": "Allow", 
            "Action": "sagemaker:CreateTrainingJob", 
            "Resource": "*", 
            "Condition": { 
                "IpAddress": { 
                    "aws:SourceIp": [ 
                        "192.0.2.0/24", 
                        "203.0.113.0/24" 
                    ] 
                } 
            } 
        } 
    ]
}

Limitar o acesso a uma instância de caderno por endereço IP

Para permitir o acesso a uma instância de caderno somente a partir de endereços 
IP em uma lista especificada, anexe uma política do IAM que nega acesso a
CreatePresignedNotebookInstanceUrl , a menos que a chamada venha de um endereço 
IP na lista para cada usuário, grupo ou perfil do AWS Identity and Access Management usado 
para acessar a instâncias de caderno. Para obter informações sobre a criação de políticas do IAM, 
consulte Criação de políticas do IAM, no Manual do usuário do IAM do AWS Identity and Access 
Management. Para especificar a lista de endereços IP aos quais você deseja conceder acesso 
à instâncias de caderno, utilize o operador de condição IpAddress e a chave de contexto de 
condição aws:SourceIP. Para obter informações sobre operadores de condição do IAM, consulte
Elementos de política JSON do IAM: operadores de condições, no Guia do usuário do AWS Identity 
and Access Management. Para obter informações sobre chaves de contexto de condição do IAM, 
consulte Chaves globais de contexto de condição da AWS.

Por exemplo, a política a seguir permite acesso a uma instância de caderno somente a partir de 
endereços IP nos intervalos 192.0.2.0-192.0.2.255 e 203.0.113.0-203.0.113.255:
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{ 
    "Version": "2012-10-17", 
    "Statement": [ 

        { 
            "Effect": "Allow", 
            "Action": "sagemaker:CreatePresignedNotebookInstanceUrl", 
            "Resource": "*", 
            "Condition": { 
                "IpAddress": { 
                    "aws:SourceIp": [ 
                        "192.0.2.0/24", 
                        "203.0.113.0/24" 
                    ] 
                } 
            } 
        } 
    ]
}

A política restringe o acesso à chamada para CreatePresignedNotebookInstanceUrl e à 
URL retornada pela chamada. A política também restringe o acesso à abertura de uma instância 
do notebook no console e é aplicada a cada solicitação HTTP e WebSocket quadro que tenta se 
conectar à instância do notebook.

Note

Usar esse método para filtrar por endereço IP é incompatível ao se conectar SageMaker 
por meio de um endpoint de interface VPC. . Para obter informações sobre como restringir 
o acesso a uma instância de caderno ao conectar-se por meio de um endpoint da interface 
VPC, consulte Conectar-se a uma instância de caderno por meio de um endpoint de interface 
VPC.

Controle o acesso aos SageMaker recursos usando tags

Especifique tags em uma política do IAM para controlar o acesso a grupos de SageMaker recursos. 
Use tags para implantar controle de acesso por atributo (ABAC). O uso de tags ajuda você a 
particionar o acesso aos recursos para grupos específicos de usuários. Você pode ter uma equipe 
com acesso a um grupo de recursos e uma equipe diferente com acesso a outro conjunto de 
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recursos. Você pode fornecer condições ResourceTag nas políticas do IAM para fornecer acesso a 
cada grupo.

Note

As políticas baseadas em tag não funcionam para restringir as seguintes chamadas de API:

• DeleteImageVersion

• DescribeImageVersion

• ListAlgorithms

• ListCodeRepositories

• ListCompilationJobs

• ListEndpointConfigs

• ListEndpoints

• ListFlowDefinitions

• ListHumanTaskUis

• ListHyperparameterTuningJobs

• ListLabelingJobs

• ListLabelingJobsForWorkteam

• ListModelPackages

• ListModels

• ListNotebookInstanceLifecycleConfigs

• ListNotebookInstances

• ListSubscribedWorkteams

• ListTags

• ListProcessingJobs

• ListTrainingJobs

• ListTrainingJobsForHyperParameterTuningJob

• ListTransformJobs

• ListWorkteams

• Pesquisar
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Um exemplo simples pode ajudar você a entender como usar tags para particionar recursos. 
Suponha que você tenha definido dois grupos diferentes do IAM, chamados DevTeam1 e DevTeam2, 
na sua conta da AWS. Você também criou 10 instâncias de caderno. Você está usando 5 das 
instâncias de caderno para um projeto. Você está usando os outros 5 para um segundo projeto. Você 
pode fornecer permissões ao DevTeam1 para fazer chamadas de API nas instâncias de caderno que 
você está usando para o primeiro projeto. Você pode fornecer permissões ao DevTeam2 para fazer 
chamadas de API em instâncias de caderno usadas para o segundo projeto.

O procedimento a seguir fornece um exemplo simples que ajuda você a entender o conceito de 
adicionar tags. Você pode usá-lo para implementar a solução descrita no parágrafo anterior.

Para controlar o acesso a chamadas de APIs (exemplo)

1. Adicione uma tag com a chave Project e o valor A às instâncias de caderno usadas no 
primeiro projeto. Para obter informações sobre como adicionar tags aos SageMaker recursos, 
consulte AddTags.

2. Adicione uma tag com a chave Project e o valor B às instâncias de caderno usadas no 
segundo projeto.

3. Crie uma política do IAM com uma condição ResourceTag que negue acesso às instâncias de 
caderno usadas para o segundo projeto e anexe essa política à DevTeam1. Segue um exemplo 
de uma política que nega todas as chamadas da API em qualquer instância de caderno que 
tenha uma tag com uma chave de Project e um valor de B:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker:*", 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Deny", 
      "Action": "sagemaker:*", 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "sagemaker:ResourceTag/Project": "B" 
        } 
      } 
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    }, 
    { 
      "Effect": "Deny", 
      "Action": [ 
        "sagemaker:AddTags", 
        "sagemaker:DeleteTags" 
      ], 
      "Resource": "*" 
    } 
  ]
}

Para obter informações sobre como criar políticas do IAM e anexá-las a identidades, consulte
Controlar o acesso usando políticas no Guia do usuário do AWS Identity and Access 
Management.

4. Crie uma política do IAM com uma condição ResourceTag que negue acesso às instâncias de 
caderno usadas para o primeiro projeto e anexe essa política à DevTeam2. Segue um exemplo 
de uma política que nega todas as chamadas da API em qualquer instância de caderno que 
tenha uma tag com uma chave de Project e um valor de A:

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker:*", 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Deny", 
      "Action": "sagemaker:*", 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "sagemaker:ResourceTag/Project": "A" 
        } 
      } 
    }, 
    { 
      "Effect": "Deny", 
      "Action": [ 
        "sagemaker:AddTags", 
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        "sagemaker:DeleteTags" 
      ], 
      "Resource": "*" 
    } 
  ]
}

Forneça permissões para marcar SageMaker recursos após a criação

Há muitas SageMaker operações da Amazon que permitem que seus usuários especifiquem tags 
ao criar um recurso. Use tags de recurso para implantar controle de acesso por atributo (ABAC). O 
uso de tags ajuda você a particionar o acesso aos recursos para grupos específicos de usuários. 
Você pode ter uma equipe com acesso a um grupo de recursos e uma equipe diferente com acesso 
a outro conjunto de recursos. Você pode fornecer condições ResourceTag nas políticas do IAM 
para fornecer acesso a cada grupo.

Você deve dar aos seus usuários acesso às permissões que eles estão usando para criar recursos. 
Para usuários que precisam criar um trabalho de processamento, você deve dar a eles acesso
sagemaker:CreateProcessingJob dentro da política. Se seus usuários estiverem marcando os 
recursos criados por eles, você também deve conceder permissões de marcação.

Important

Você só pode dar aos seus usuários permissões para adicionar tags aos recursos criados 
por eles. Eles não podem adicionar tags aos recursos que já foram criados.
A seguir estão as operações em que você não pode fornecer recursos para adicionar tags:

• DeleteImageVersion

• DescribeImageVersion

• ListAlgorithms

• ListCodeRepositories

• ListCompilationJobs

• ListEndpointConfigs

• ListEndpoints

• ListFlowDefinitions

• ListHumanTaskUis
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• ListHyperparameterTuningJobs

• ListLabelingJobs

• ListLabelingJobsForWorkteam

• ListModelPackages

• ListModels

• ListNotebookInstanceLifecycleConfigs

• ListNotebookInstances

• ListSubscribedWorkteams

• ListTags

• ListProcessingJobs

• ListTrainingJobs

• ListTrainingJobsForHyperParameterTuningJob

• ListTransformJobs

• ListWorkteams

• Pesquisar

Você pode controlar o acesso às operações que o usuário pode marcar ou às tags que ele pode 
usar. Você pode especificar permissões para os seguintes casos de uso:

• Adicionar permissões para marcar os recursos criados usando qualquer operação e permissões 
para usar qualquer tag

• Adicionar permissões para marcar os recursos criados usando operações e permissões 
específicas para usar qualquer tag

• Adicionar permissões para marcar os recursos criados usando quaisquer operações e permissões 
para tags específicas

• Adicionar permissões para marcar os recursos criados usando operações e permissões 
específicas para tags específicas

Permissions for any operation and any tag

Adicione a declaração a seguir a uma política do IAM para conceder aos usuários permissões 
para adicionar qualquer tag a qualquer operação.Exemplos de políticas baseadas em identidade 5947
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{ 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:Create*" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:AddTags" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account:*/*", 
            "Condition": { 
                "Null": { 
                    "sagemaker:TaggingAction" : "false" 
                } 
            } 
        } 
    ]
}                            
                        

Permissions for a specific operation with specific tags

A declaração a seguir dá ao usuário permissão para adicionar a tag cc123 aos recursos criados 
usando a operação CreateModel. Você pode modificar a declaração para atender às suas 
próprias necessidades e adicioná-la à política do IAM anexada ao perfil dos seus usuários.

{ 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateModel" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
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                    "aws:RequestTag/cost-center": [ "cc123" ] 
                }, 
                "ForAnyValue:StringEquals": { 
                    "aws:TagKeys": [ "purpose" ] 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:AddTags" 
            ], 
            "Resource": "arn:aws:sagemaker:region:account:*/*", 
            "Condition": { 
                "Null": { 
                    "sagemaker:TaggingAction" : "false" 
                } 
            } 
        } 
    ]
} 
                        

Permissions for a specific operation and any tag

A declaração a seguir dá ao usuário permissão para adicionar qualquer tag aos recursos criados 
usando a operação CreateModel.

{ 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateModel" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:AddTags" 
            ], 
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            "Resource": "arn:aws:sagemaker:region:account:model/*", 
            "Condition": { 
                "String": { 
                    "sagemaker:TaggingAction" : [ "CreateModel" ] 
                } 
            } 
        } 
    ]
}                         
                        

Prevenção do problema ‘Confused Deputy’ entre serviços

O problema “confused deputy” é um problema de segurança em que uma entidade que não tem 
permissão para executar uma ação pode coagir uma entidade mais privilegiada a executá-la. 
EmAWS, o confuso problema do deputado pode surgir devido à falsificação de identidade entre 
serviços. A representação entre serviços pode ocorrer quando um serviço (o serviço de chamada) 
invoca outro serviço (o serviço chamado) e aproveita as permissões elevadas do serviço chamado 
para agir em recursos que o serviço de chamada não tem autorização para acessar. Para evitar o 
acesso não autorizado por meio do confuso problema do deputado, AWS fornece ferramentas para 
ajudar a proteger seus dados em todos os serviços. Essas ferramentas ajudam você a controlar as 
permissões concedidas aos diretores de serviços, limitando o acesso deles somente aos recursos 
necessários em sua conta. Ao gerenciar cuidadosamente os privilégios de acesso dos diretores 
de serviços, você pode ajudar a reduzir o risco de os serviços acessarem indevidamente dados ou 
recursos para os quais não deveriam ter permissões.

Continue lendo para obter orientações gerais ou navegue até um exemplo de um SageMaker recurso 
específico:

Tópicos

• Limitar as permissões com chaves de condição globais

• SageMaker Gerente de borda

• SageMaker Imagens

• SageMaker Inferência

• SageMaker Trabalhos de transformação em lote

• SageMaker Marketplace

• SageMaker Neo
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• SageMaker Oleodutos

• SageMaker Trabalhos de processamento

• SageMaker Estúdio

• SageMaker Empregos de treinamento

Limitar as permissões com chaves de condição globais

Recomendamos usar as chaves de condição aws:SourceAccount globais aws:SourceArn
e as chaves de condição nas políticas de recursos para limitar as permissões ao recurso que a 
Amazon SageMaker fornece a outro serviço. Se você utilizar ambas as chaves de condição global 
e o valor aws:SourceArn contiver o ID da conta, o valor aws:SourceAccount e a conta no valor
aws:SourceArn deverão utilizar o mesmo ID de conta quando utilizados na mesma declaração da 
política. Use aws:SourceArn se quiser que apenas um recurso seja associado ao acesso entre 
serviços. Use aws:SourceAccount se quiser permitir que qualquer recurso nessa conta seja 
associado ao uso entre serviços.

A maneira mais eficaz de se proteger contra o problema ‘confused deputy’ é usar a chave de 
condição global aws:SourceArn com o ARN completo do recurso. Se você não souber o 
ARN completo do recurso ou estiver especificando vários recursos, use a chave de contexto 
global aws:SourceArn com curingas (*) para as partes desconhecidas do ARN. Por exemplo,
arn:aws:sagemaker:*:123456789012:*.

O exemplo a seguir mostra como você pode usar as chaves de condição aws:SourceAccount
global aws:SourceArn e as chaves de condição SageMaker para evitar o problema confuso do 
substituto.

{ 
  "Version": "2012-10-17", 
  "Statement": { 
    "Sid": "ConfusedDeputyPreventionExamplePolicy", 
    "Effect": "Allow", 
    "Principal": { 
      "Service": "sagemaker.amazonaws.com" 
    }, 
    # Specify an action and resource policy for another service 
    "Action": "service:ActionName", 
    "Resource": [ 
      "arn:aws:service:::ResourceName/*" 
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    ], 
    "Condition": { 
      "ArnLike": { 
        "aws:SourceArn": "arn:partition:sagemaker:region:123456789012:*" 
      }, 
      "StringEquals": { 
        "aws:SourceAccount": "123456789012" 
      } 
    } 
  }
}

SageMaker Gerente de borda

O exemplo a seguir mostra como você pode usar a chave de condição
aws:SourceArn global para evitar o problema confuso de substituto entre 
serviços do SageMaker Edge Manager, criado pela conta número 123456789012
na região us-west-2.

{ 
  "Version": "2012-10-17", 
  "Statement": { 
      "Effect": "Allow", 
      "Principal": { "Service": "sagemaker.amazonaws.com" }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:*" 
      } 
    } 
  }
}

Você pode substituir o aws:SourceArn neste modelo pelo ARN completo de um trabalho de 
empacotamento específico para limitar ainda mais as permissões.

SageMaker Imagens

O exemplo a seguir mostra como você pode usar a chave de condição aws:SourceArn global para 
evitar o problema confuso de substitutos entre serviços do SageMaker Images. Use este modelo 
com um Image ou ImageVersion. Este exemplo usa um ARN de registro ImageVersion com 
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o número da conta 123456789012. Observe que, como o número da conta faz parte do valor
aws:SourceArn, você não precisa especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": { 
    "Effect": "Allow", 
    "Principal": { "Service": "sagemaker.amazonaws.com" }, 
    "Action": "sts:AssumeRole", 
    "Condition": { 
      "ArnLike": { 
        "aws:SourceArn": "arn:partition:sagemaker:us-west-2:123456789012:image-version" 
      } 
    } 
  }
}

Não substitua o aws:SourceArn neste modelo pelo ARN completo de uma imagem ou versão de 
imagem específica. O ARN deve estar no formato fornecido acima e especificar image ou image-
version. O espaço reservado partition deve designar uma partição comercial da AWS (aws) 
ou uma partição AWS na China (aws-cn), dependendo de onde a imagem ou a versão da imagem 
estão sendo executadas. Da mesma forma, o region espaço reservado no ARN pode ser qualquer 
região válida em que as imagens SageMaker estejam disponíveis.

SageMaker Inferência

O exemplo a seguir mostra como você pode usar a chave de condição aws:SourceArn global 
para evitar o problema confuso de substitutos entre serviços para inferência SageMaker em 
tempo real, sem servidor e assíncrona. Observe que, como o número da conta faz parte do valor
aws:SourceArn, você não precisa especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": { 
    "Effect": "Allow", 
    "Principal": { "Service": "sagemaker.amazonaws.com" }, 
    "Action": "sts:AssumeRole", 
    "Condition": { 
      "ArnLike": { 
        "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:*" 
      } 
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    } 
  }
}

Não substitua o aws:SourceArn neste modelo pelo ARN completo de um modelo ou endpoint 
específicos. O ARN deve estar no formato fornecido acima. O asterisco no modelo ARN não significa 
um curinga e não deve ser alterado.

SageMaker Trabalhos de transformação em lote

O exemplo a seguir mostra como você pode usar a chave de condição
aws:SourceArn global para evitar o problema confuso de substitutos entre 
serviços para trabalhos de transformação SageMaker em lote criados pela 
conta número 123456789012 na região us-west-2. Observe que, como o número da 
conta consta no ARN, você não precisa especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:transform-job/*" 
        } 
      } 
    } 
  ]
}

Você pode substituir o aws:SourceArn neste modelo pelo ARN completo de um trabalho de 
transformação de lotes específico para limitar ainda mais as permissões.

SageMaker Marketplace

O exemplo a seguir mostra como você pode usar a chave de condição
aws:SourceArn global para evitar o problema confuso de representantes entre 
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serviços para recursos do SageMaker Marketplace criados pela conta número
123456789012 na região us-west-2. Observe que, como o número da conta consta no ARN, 
você não precisa especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:*" 
        } 
      } 
    } 
  ]
}

Não substitua o aws:SourceArn neste modelo pelo ARN completo de um pacote de modelos ou 
algoritmo específicos. O ARN deve estar no formato fornecido acima. O asterisco no modelo ARN 
significa curinga e abrange todos os trabalhos de treinamento, modelos e trabalhos de transformação 
em lote das etapas de validação, bem como pacotes de algoritmos e modelos publicados no 
Marketplace. SageMaker

SageMaker Neo

O exemplo a seguir mostra como você pode usar a chave de condição
aws:SourceArn global para evitar o problema confuso de substitutos entre 
serviços para trabalhos de compilação SageMaker Neo criados pela conta 
número 123456789012 na região us-west-2. Observe que, como o número da conta consta 
no ARN, você não precisa especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
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      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:compilation-job/*" 
        } 
      } 
    } 
  ]
}

Você pode substituir o aws:SourceArn neste modelo pelo ARN completo de um trabalho de 
compilação específico para limitar ainda mais as permissões.

SageMaker Oleodutos

O exemplo a seguir mostra como você pode usar a chave de condição aws:SourceArn global para 
evitar o problema confuso de substitutos entre serviços para SageMaker pipelines usando registros 
de execução de pipeline de um ou mais pipelines. Observe que, como o número da conta consta no 
ARN, você não precisa especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:partition:sagemaker:region:123456789012:pipeline/
mypipeline/*" 
        } 
      } 
    } 
  ]
}
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Não substitua o aws:SourceArn neste modelo pelo ARN completo de uma execução de pipeline 
específica. O ARN deve estar no formato fornecido acima. O espaço reservado partition
deve designar uma partição comercial da AWS (aws) ou uma partição AWS na China (aws-
cn), dependendo de onde o pipeline está sendo executado. Da mesma forma, o region espaço 
reservado no ARN pode ser qualquer região válida em que os pipelines SageMaker estejam 
disponíveis.

O asterisco no modelo ARN significa curinga e abrange todas as execuções de um pipeline chamado
mypipeline. Se você quiser conceder as permissões AssumeRole para todos os pipelines 
na conta 123456789012 em vez de um pipeline específico, então o aws:SourceArn seria
arn:aws:sagemaker:*:123456789012:pipeline/*.

SageMaker Trabalhos de processamento

O exemplo a seguir mostra como você pode usar a chave de condição
aws:SourceArn global para evitar o problema confuso entre serviços no 
SageMaker processamento de trabalhos criados pela conta número 123456789012
na região us-west-2. Observe que, como o número da conta consta no ARN, você não precisa 
especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:processing-job/*" 
        } 
      } 
    } 
  ]
}

Você pode substituir o aws:SourceArn neste modelo pelo ARN completo de um trabalho de 
processamento específico para limitar ainda mais as permissões.
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SageMaker Estúdio

O exemplo a seguir mostra como você pode usar a chave de condição
aws:SourceArn global para evitar o problema confuso de delegação entre 
serviços do SageMaker Studio, criado pela conta número 123456789012 na 
região us-west-2. Observe que, como o número da conta faz parte do valor aws:SourceArn, 
você não precisa especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:*" 
        } 
      } 
    } 
  ]
}

Não substitua o aws:SourceArn neste modelo pelo ARN completo de um aplicativo, perfil de 
usuário ou domínio específico do Studio. O ARN deve estar no formato fornecido no exemplo 
anterior. O asterisco no modelo ARN não significa um curinga e não deve ser alterado.

SageMaker Empregos de treinamento

O exemplo a seguir mostra como você pode usar a chave de condição
aws:SourceArn global para evitar o problema confuso de delegados entre 
serviços em trabalhos de SageMaker treinamento criados pela conta número
123456789012 na região us-west-2. Observe que, como o número da conta consta no ARN, 
você não precisa especificar um valor aws:SourceAccount.

{ 
  "Version": "2012-10-17", 
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  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Principal": { 
        "Service": "sagemaker.amazonaws.com" 
      }, 
      "Action": "sts:AssumeRole", 
      "Condition": { 
        "ArnLike": { 
          "aws:SourceArn": "arn:aws:sagemaker:us-west-2:123456789012:training-job/*" 
        } 
      } 
    } 
  ]
}

Você pode substituir o aws:SourceArn neste modelo pelo ARN completo de um trabalho de 
treinamento específico para limitar ainda mais as permissões.

A seguir

Para obter mais informações sobre o gerenciamento de funções de execução, consulte SageMaker 
Funções.

SageMaker Funções

A Amazon SageMaker realiza operações em seu nome usando outros AWS serviços. Você deve 
conceder SageMaker permissões para usar esses serviços e os recursos sobre os quais eles atuam. 
Você concede SageMaker essas permissões usando uma função de execução AWS Identity and 
Access Management (IAM). Para obter mais informações sobre perfis do IAM, consulte Perfis do 
IAM.

Para criar e usar um perfil de execução, você pode usar os seguintes procedimentos.

Criar perfil de execução

Use o procedimento a seguir para criar um perfil de execução com a política gerenciada do IAM
AmazonSageMakerFullAccess, anexada. Se seu caso de uso exigir permissões mais granulares, 
use outras seções nesta página para criar um perfil de execução que atenda às suas necessidades 
comerciais. Você pode criar uma função de execução usando o SageMaker console ou AWS CLI o.
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Important

A política gerenciada do IAM, AmazonSageMakerFullAccess, usada no procedimento a 
seguir, somente concede ao perfil de execução permissão para realizar determinadas ações 
do Amazon S3 em buckets ou objetos com SageMaker, Sagemaker, sagemaker ou aws-
glue no nome. Para saber como adicionar uma política adicional a um perfil de execução 
para conceder acesso a outros buckets e objetos do Amazon S3, consulte. Adicionar 
permissões adicionais do Amazon S3 a uma função de execução SageMaker

Note

Você pode criar uma função de execução diretamente ao criar um SageMaker domínio ou 
uma instância de notebook.

• Para obter informações sobre como criar um SageMaker domínio, consulteIntegração 
personalizada ao Amazon SageMaker Domain usando o IAM Identity Center.

• Para obter informações sobre como criar uma instância de caderno, consulte Etapa 1: criar 
uma instância do Amazon SageMaker Notebook.

Para criar uma nova função de execução a partir do SageMaker console

1. Abra o console IAM em https://console.aws.amazon.com/iam/.

2. Escolha Perfis e, em seguida, selecione Criar perfil.

3. Mantenha o AWSserviço como o tipo de entidade confiável e, em seguida, use a seta para baixo 
para encontrar SageMakerem Casos de uso de outros AWS serviços.

4. Escolha SageMaker — Execução e, em seguida, escolha Avançar.

5. A política gerenciada pelo IAM AmazonSageMakerFullAccess é anexada automaticamente 
ao perfil. Para visualizar as permissões incluídas nessa política, escolha o sinal de mais (+) ao 
lado do nome da política. Escolha Próximo.

6. Insira um Nome do perfil e uma Descrição.

7. (Opcional) Adicione outras permissões e tags ao perfil.

8. Selecione Criar perfil.

9. Na seção Perfis do console do IAM, encontre o perfil que você acabou de criar. Se necessário, 
use a caixa de texto para pesquisar o perfil usando o nome do perfil.
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10. Na página de resumo do perfil, anote o ARN.

Para criar um novo perfil de execução a partir do console do AWS CLI

Antes de criar um perfil de execução usando o AWS CLI, certifique-se de atualizá-lo e configurá-lo 
seguindo as instruções em Pré-requisitos do AWS CLI e, em seguida, continue com as instruções em
Integrar-se a partir da AWS CLI.

Depois de criar uma função de execução, você pode associá-la a um SageMaker domínio, a um 
perfil de usuário ou a uma instância do notebook Jupyter.

• Para saber como associar uma função de execução a um SageMaker domínio existente, 
consulteEditar configurações de Domínio.

• Para saber como associar um perfil de execução a um perfil do usuário existente, consulte
Adicionar e remover perfis de usuário.

• Para saber como associar um perfil de execução a uma instância de caderno existente, consulte
Atualizar uma instância de caderno.

Você também pode aprovar o ARN de um perfil de execução para sua chamada de API. Por 
exemplo, usando o Amazon SageMaker Python SDK, você pode passar o ARN da sua função de 
execução para um estimador. No exemplo de código a seguir, criamos um estimador usando o 
contêiner do algoritmo XGBoost e aprovamos o ARN do perfil de execução como parâmetro. Para 
ver o exemplo completo GitHub, consulte Previsão de rotatividade de clientes com o XGBoost.

import sagemaker, boto3
from sagemaker import image_uris

sess = sagemaker.Session()
region = sess.boto_region_name
bucket = sess.default_bucket()
prefix = "sagemaker/DEMO-xgboost-churn"
container = sagemaker.image_uris.retrieve("xgboost", region, "1.7-1")

xgb = sagemaker.estimator.Estimator( 
    container, 
     execution-role-ARN, 
    instance_count=1, 
    instance_type="ml.m4.xlarge", 
    output_path="s3://{}/{}/output".format(bucket, prefix), 
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    sagemaker_session=sess,
)

...

Adicionar permissões adicionais do Amazon S3 a uma função de execução SageMaker

Quando você usa um SageMaker recurso com recursos no Amazon S3, como dados de entrada, a 
função de execução especificada na sua solicitação (por exemploCreateTrainingJob) é usada 
para acessar esses recursos.

Se você anexar a política gerenciada do IAM, AmazonSageMakerFullAccess, a um perfil de 
execução, esse perfil terá permissão para realizar determinadas ações do Amazon S3 em buckets 
ou objetos comSageMaker, Sagemaker, sagemaker ou aws-glue no nome. Ele também terá 
permissão para realizar as seguintes ações em qualquer recurso do Amazon S3:

"s3:CreateBucket",  
"s3:GetBucketLocation",
"s3:ListBucket",
"s3:ListAllMyBuckets",
"s3:GetBucketCors",
"s3:PutBucketCors"

Para conceder a um perfil de execução permissões para acessar um ou mais buckets específicos no 
Amazon S3, você pode anexar ao perfil uma política semelhante à seguinte. Essa política concede 
a um perfil do IAM permissão para realizar todas as ações que o AmazonSageMakerFullAccess
permite, mas restringe esse acesso aos buckets DOC-EXAMPLE-BUCKET1 e DOC-EXAMPLE-
BUCKET2. Consulte a documentação de segurança do SageMaker recurso específico que você está 
usando para saber mais sobre as permissões do Amazon S3 necessárias para esse recurso.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:AbortMultipartUpload" 
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            ], 
            "Resource": [ 
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET1/*", 
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET2/*" 
            ] 
        },  
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:CreateBucket", 
                "s3:GetBucketLocation", 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets", 
                "s3:GetBucketCors", 
                "s3:PutBucketCors" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetBucketAcl", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET1", 
                "arn:aws:s3:::DOC-EXAMPLE-BUCKET2" 
            ] 
        } 
    ]
}

Obtenha um perfil de execução

Você pode usar o SageMaker console ou o AWS CLI para recuperar o ARN da função de execução 
anexada a SageMaker um domínio, perfil de usuário ou instância de notebook.

• Para encontrar o ARN da função de execução do IAM anexada a um SageMaker domínio, 
consulte. Exibir e Editar Domínios

• Para encontrar o ARN do perfil de execução do IAM anexado a um perfil do usuário, consulte
Visualizar perfis de usuário e detalhes do perfil de usuário.

• Para encontrar o ARN do perfil de execução do IAM anexado a uma instância de caderno:
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1. Abra o console IAM em https://console.aws.amazon.com/iam/.

2. No painel de navegação à esquerda, escolha Cadernos e, em seguida, Instâncias de caderno.

3. Na lista de cadernos, selecione o caderno que deseja visualizar.

4. O ARN está na seção Permissões e criptografia.

Como alternativa, os usuários do Amazon SageMaker Python SDK podem recuperar o ARN da 
função de execução anexada ao seu perfil de usuário ou a uma instância do notebook executando o 
seguinte código:

import sagemaker
sagemaker_session = sagemaker.Session()
role = sagemaker.get_execution_role()

Note

A função de execução está disponível somente ao executar um notebook dentro dele 
SageMaker. Se você executa get_execution_role em um notebook que não está ligado 
SageMaker, espere um erro de “região”.

Perfis de aprovação

Ações como passar uma função entre serviços são uma função comum interna SageMaker. Você 
pode encontrar mais detalhes sobre ações, recursos e chaves de condição SageMaker no Guia do 
usuário do IAM.

Você aprova o perfil (iam:PassRole) ao fazer essas chamadas de API: CreateAutoMLJob,
CreateCompilationJob, CreateDomain, CreateFeatureGroup, CreateFlowDefiniton,
CreateHyperParameterTuningJob, CreateImage, CreateLabelingJob, CreateModel,
CreateMonitoringSchedule, CreateNotebookInstance, CreateProcessingJob,
CreateTrainingJob, CreateUserProfile, RenderUiTemplate e UpdateImage.

Você anexa a seguinte política de confiança à função do IAM, que concede permissões SageMaker 
principais para assumir a função e é a mesma para todas as funções de execução:

{ 
    "Version": "2012-10-17", 
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    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

As permissões que você precisa conceder ao perfil variam de acordo com a API chamada. As 
seções a seguir explicam essas permissões.

Note

Em vez de gerenciar permissões criando uma política de permissões, use a política de 
permissões AmazonSageMakerFullAccess gerenciada pela AWS. As permissões nesta 
política são razoavelmente amplas para permitir qualquer ação que você possa desejar 
executar no SageMaker. Para obter uma listagem da política, incluindo informações sobre 
os motivos para adicionar muitas das permissões, consulte AWSpolítica gerenciada: 
AmazonSageMakerFullAccess. Se você preferir criar políticas personalizadas e gerenciar 
permissões para definir o escopo das permissões somente para as ações que você precisa 
executar com o perfil de execução, consulte os tópicos a seguir.

Important

Se você estiver enfrentando problemas, consulte Solução de problemas de SageMaker 
identidade e acesso da Amazon.

Para obter mais informações sobre perfis do IAM, consulte Perfis do IAM no Guia do usuário do IAM.

Tópicos

• CreateAutoAPI MLJob: permissões de função de execução

• CreateDomain API: Permissões da função de execução

• CreateImage e UpdateImage APIs: permissões da função de execução
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• CreateNotebookInstance API: Permissões da função de execução

• CreateHyperParameterTuningJob API: Permissões da função de execução

• CreateProcessingJob API: Permissões da função de execução

• CreateTrainingJob API: Permissões da função de execução

• CreateModel API: Permissões da função de execução

• SageMaker funções de capacidades geoespaciais

CreateAutoAPI MLJob: permissões de função de execução

Anexe a seguinte política de permissões mínimas a um perfil de execução se quiser aprová-lo em 
uma solicitação de API CreateAutoMLJob:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeEndpointConfig", 
                "sagemaker:DescribeModel", 
                "sagemaker:InvokeEndpoint", 
                "sagemaker:ListTags", 
                "sagemaker:DescribeEndpoint", 
                "sagemaker:CreateModel", 
                "sagemaker:CreateEndpointConfig", 
                "sagemaker:CreateEndpoint", 
                "sagemaker:DeleteModel", 
                "sagemaker:DeleteEndpointConfig", 
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                "sagemaker:DeleteEndpoint", 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Se você especificar uma VPC privada para o seu trabalho de AutoML, adicione as seguintes 
permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ]
}

Se sua entrada for criptografada usando a criptografia do lado do servidor com uma chave de KMS 
gerenciada pela AWS (SSE-KMS), adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
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        "kms:Decrypt" 
    ]
}

Se você especificar uma chave do KMS na configuração de saída do seu trabalho de AutoML, 
adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:Encrypt" 
    ]
}

Se você especificar uma chave do KMS de volume na configuração de recursos do seu trabalho de 
AutoML, adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:CreateGrant" 
    ]
}

CreateDomain API: Permissões da função de execução

O perfil de execução para domínios com o IAM Identity Center e o perfil de usuário/execução para 
domínios IAM precisam das seguintes permissões quando você aprova uma chave do AWS KMS 
gerenciada pelo cliente como KmsKeyId na solicitação da API CreateDomain. As permissões são 
aplicadas durante a chamada da API CreateApp.

Anexe a seguinte política de permissões a um perfil de execução se quiser aprovar o perfil em uma 
solicitação de API CreateDomain:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "kms:CreateGrant", 
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                "kms:DescribeKey" 
            ], 
            "Resource": "arn:aws:kms:region:account-id:key/kms-key-id" 
        } 
    ]
}

Como alternativa, se as permissões forem especificadas em uma política do KMS, você poderá 
anexar a seguinte política ao perfil:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Allow use of the key", 
            "Effect": "Allow", 
            "Principal": { 
                "AWS": [ 
                    "arn:aws:iam::account-id:role/ExecutionRole" 
                ] 
            }, 
            "Action": [ 
                "kms:CreateGrant", 
                "kms:DescribeKey" 
            ], 
            "Resource": "*" 
        } 
    ]
}

CreateImage e UpdateImage APIs: permissões da função de execução

Anexe a seguinte política de permissões a um perfil de execução se quiser passar o perfil em uma 
solicitação de API CreateImage ou UpdateImage:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchGetImage", 
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                "ecr:GetDownloadUrlForLayer" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        } 
    ]
}

CreateNotebookInstance API: Permissões da função de execução

As permissões concedidas ao perfil de execução para chamar a API CreateNotebookInstance
dependem do que você pretende fazer com a instância de caderno. Se você planeja usá-la 
para invocar SageMaker APIs e transmitir a mesma função ao chamar as CreateModel APIs
CreateTrainingJob e, anexe a seguinte política de permissões à função:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*", 
                "ecr:GetAuthorizationToken", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:SetRepositoryPolicy", 
                "ecr:CompleteLayerUpload", 
                "ecr:BatchDeleteImage", 
                "ecr:UploadLayerPart", 
                "ecr:DeleteRepositoryPolicy", 
                "ecr:InitiateLayerUpload", 
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                "ecr:DeleteRepository", 
                "ecr:PutImage", 
                "ecr:CreateRepository", 
                "cloudwatch:PutMetricData", 
                "cloudwatch:GetMetricData", 
                "cloudwatch:GetMetricStatistics", 
                "cloudwatch:ListMetrics", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents", 
                "logs:GetLogEvents", 
                "s3:CreateBucket", 
                "s3:ListBucket", 
                "s3:GetBucketLocation", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "robomaker:CreateSimulationApplication", 
                "robomaker:DescribeSimulationApplication", 
                "robomaker:DeleteSimulationApplication", 
                "robomaker:CreateSimulationJob", 
                "robomaker:DescribeSimulationJob", 
                "robomaker:CancelSimulationJob", 
                "ec2:CreateVpcEndpoint", 
                "ec2:DescribeRouteTables", 
                "elasticfilesystem:DescribeMountTargets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "codecommit:GitPull", 
                "codecommit:GitPush" 
            ], 
            "Resource": [ 
                "arn:aws:codecommit:*:*:*sagemaker*", 
                "arn:aws:codecommit:*:*:*SageMaker*", 
                "arn:aws:codecommit:*:*:*Sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
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            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        } 
    ]
}

Para restringir as permissões, limite-as a recursos específicos do Amazon S3 e do Amazon ECR. 
Basta restringir o "Resource": "*", da seguinte forma:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:*", 
                "ecr:GetAuthorizationToken", 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents", 
                "logs:GetLogEvents" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
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            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object1", 
                "arn:aws:s3:::outputbucket/path", 
                "arn:aws:s3:::inputbucket/object2", 
                "arn:aws:s3:::inputbucket/object3" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": [ 
                "arn:aws:ecr:region::repository/my-repo1", 
                "arn:aws:ecr:region::repository/my-repo2", 
                "arn:aws:ecr:region::repository/my-repo3" 
            ] 
        } 
    ]
}

Se você planeja acessar outros recursos, como o Amazon DynamoDB ou o Amazon Relational 
Database Service, adicione permissões relevantes a essa política.
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Na política anterior, você define o escopo da política da seguinte forma:

• Defina o escopo da permissão s3:ListBucket ao bucket específico definido como
InputDataConfig.DataSource.S3DataSource.S3Uri em uma solicitação
CreateTrainingJob.

• Defina o escopo das permissões s3:GetObject , s3:PutObject e s3:DeleteObject da 
seguinte forma:

• Defina o escopo para os seguintes valores especificados em uma solicitação
CreateTrainingJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Defina o escopo para os seguintes valores especificados em uma solicitação CreateModel:

PrimaryContainer.ModelDataUrl

SuplementalContainers.ModelDataUrl

• Defina o escopo das permissões ecr da seguinte forma:

• Defina o escopo para o valor AlgorithmSpecification.TrainingImage especificado em 
uma solicitação CreateTrainingJob.

• Defina o escopo para o valor PrimaryContainer.Image especificado em uma solicitação
CreateModel:

As ações cloudwatch e logs são aplicáveis a recursos "*". Para obter mais informações, consulte
CloudWatch Recursos e operações no Guia do CloudWatch usuário da Amazon.

CreateHyperParameterTuningJob API: Permissões da função de execução

Anexe a seguinte política de permissões a um perfil de execução se quiser passar o perfil em uma 
solicitação de API CreateHyperParameterTuningJob:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
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                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Em vez de especificar"Resource": "*", você pode definir o escopo dessas permissões para 
recursos específicos do Amazon S3, Amazon ECR e Amazon CloudWatch Logs:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
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            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object", 
                "arn:aws:s3:::outputbucket/path" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "arn:aws:ecr:region::repository/my-repo" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams" 
            ], 
            "Resource": "arn:aws:logs:*:*:log-group:/aws/sagemaker/TrainingJobs*" 
        } 
    ]
}

Se o contêiner de treinamento associado ao trabalho de ajuste de hiperparâmetros precisar acessar 
outras fontes de dados, como recursos do DynamoDB ou do Amazon RDS, adicione permissões 
relevantes a essa política.

Na política anterior, você define o escopo da política da seguinte forma:

• Defina o escopo da permissão s3:ListBucket a um bucket específico definido 
como InputDataConfig.DataSource.S3DataSource.S3Uri em uma solicitação
CreateTrainingJob.
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• Defina o escopo das permissões s3:GetObject  e s3:PutObject para os seguintes 
objetos especificados na configuração dos dados de entrada e saída em uma solicitação
CreateHyperParameterTuningJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Defina o escopo das permissões do Amazon ECR para o caminho do registro 
(AlgorithmSpecification.TrainingImage) especificado em uma solicitação
CreateHyperParameterTuningJob.

• Defina o escopo das permissões do Amazon CloudWatch Logs para registrar um grupo de 
trabalhos de SageMaker treinamento.

As ações cloudwatch são aplicáveis a recursos "*". Para obter mais informações, consulte
CloudWatch Recursos e operações no Guia do CloudWatch usuário da Amazon.

Se você especificar uma VPC privada para o seu trabalho de ajuste de hiperparâmetros, adicione as 
seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ]
}

Se sua entrada for criptografada usando a criptografia do lado do servidor com uma chave de KMS 
gerenciada pela AWS (SSE-KMS), adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
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        "kms:Decrypt" 
    ]
}

Se você especificar uma chave KMS na configuração de saída do seu trabalho de ajuste de 
hiperparâmetros, adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:Encrypt" 
    ]
}

Se você especificar uma chave KMS de volume na configuração de recursos do seu trabalho de 
ajuste de hiperparâmetros, adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:CreateGrant" 
    ]
}

CreateProcessingJob API: Permissões da função de execução

Anexe a seguinte política de permissões a um perfil de execução se quiser passar o perfil em uma 
solicitação de API CreateProcessingJob:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
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                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Em vez de especificar "Resource": "*", você poderia definir o escopo destas permissões para 
recursos específicos do Amazon S3 e do Amazon ECR:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
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                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object", 
                "arn:aws:s3:::outputbucket/path" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "arn:aws:ecr:region::repository/my-repo" 
        } 
    ]
}

Se CreateProcessingJob.AppSpecification.ImageUri precisar acessar outras fontes de 
dados, como os recursos do DynamoDB ou do Amazon RDS, adicione permissões relevantes a essa 
política.

Na política anterior, você define o escopo da política da seguinte forma:

• Defina o escopo da permissão s3:ListBucket a um bucket específico definido como
ProcessingInputs em uma solicitação CreateProcessingJob.

• Defina como escopo das permissões s3:GetObject  e s3:PutObject os objetos que 
serão obtidos por download ou dos quais será feito upload no ProcessingInputs e no
ProcessingOutputConfig em uma solicitação CreateProcessingJob.

• Defina o escopo das permissões do Amazon ECR para o caminho do registro 
(AppSpecification.ImageUri) especificado em uma solicitação CreateProcessingJob.

As ações cloudwatch e logs são aplicáveis a recursos "*". Para obter mais informações, consulte
CloudWatch Recursos e operações no Guia do CloudWatch usuário da Amazon.

Se você especificar uma VPC privada para o trabalho de processamento, adicione as seguintes 
permissões. Não defina o escopo da política com nenhuma condição ou filtro de recursos. Caso 
contrário, as verificações de validação que ocorrem durante a criação do trabalho de processamento 
falharão.
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{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ]
}

Se sua entrada for criptografada usando a criptografia do lado do servidor com uma chave de KMS 
gerenciada pela AWS (SSE-KMS), adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "kms:Decrypt" 
    ]
}

Se você especificar uma chave do KMS na configuração de saída do trabalho de processamento, 
adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:Encrypt" 
    ]
}

Se você especificar uma chave do KMS de volume na configuração de recursos do trabalho de 
processamento, adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
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    "kms:CreateGrant" 
    ]
}

CreateTrainingJob API: Permissões da função de execução

Anexe a seguinte política de permissões a um perfil de execução se quiser passar o perfil em uma 
solicitação de API CreateTrainingJob:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Em vez de especificar "Resource": "*", você poderia definir o escopo destas permissões para 
recursos específicos do Amazon S3 e do Amazon ECR:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
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                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object", 
                "arn:aws:s3:::outputbucket/path" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "arn:aws:ecr:region::repository/my-repo" 
        } 
    ]
}
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Se CreateTrainingJob.AlgorithSpecifications.TrainingImage precisar acessar 
outras fontes de dados, como os recursos do DynamoDB ou do Amazon RDS, adicione permissões 
relevantes a essa política.

Na política anterior, você define o escopo da política da seguinte forma:

• Defina o escopo da permissão s3:ListBucket a um bucket específico definido 
como InputDataConfig.DataSource.S3DataSource.S3Uri em uma solicitação
CreateTrainingJob.

• Defina o escopo das permissões s3:GetObject  e s3:PutObject para os seguintes 
objetos especificados na configuração dos dados de entrada e saída em uma solicitação
CreateTrainingJob:

InputDataConfig.DataSource.S3DataSource.S3Uri

OutputDataConfig.S3OutputPath

• Defina o escopo das permissões do Amazon ECR para o caminho do registro 
(AlgorithmSpecification.TrainingImage) especificado em uma solicitação
CreateTrainingJob.

As ações cloudwatch e logs são aplicáveis a recursos "*". Para obter mais informações, consulte
CloudWatch Recursos e operações no Guia do CloudWatch usuário da Amazon.

Se você especificar uma VPC privada para o seu trabalho de treinamento, adicione as seguintes 
permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
      "ec2:CreateNetworkInterface", 
      "ec2:CreateNetworkInterfacePermission", 
      "ec2:DeleteNetworkInterface", 
      "ec2:DeleteNetworkInterfacePermission", 
      "ec2:DescribeNetworkInterfaces", 
      "ec2:DescribeVpcs", 
      "ec2:DescribeDhcpOptions", 
      "ec2:DescribeSubnets", 
      "ec2:DescribeSecurityGroups" 
    ]
}
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Se sua entrada for criptografada usando a criptografia do lado do servidor com uma chave de KMS 
gerenciada pela AWS (SSE-KMS), adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
        "kms:Decrypt" 
    ]
}

Se você especificar uma chave KMS na configuração de saída do seu trabalho de treinamento, 
adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:Encrypt" 
    ]
}

Se você especificar uma chave KMS de volume na configuração de recursos do seu trabalho de 
treinamento, adicione as seguintes permissões:

{ 
    "Effect": "Allow", 
    "Action": [ 
    "kms:CreateGrant" 
    ]
}

CreateModel API: Permissões da função de execução

Anexe a seguinte política de permissões a um perfil de execução se quiser passar o perfil em uma 
solicitação de API CreateModel:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
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                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "s3:GetObject", 
                "s3:ListBucket", 
                "ecr:GetAuthorizationToken", 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Em vez de especificar "Resource": "*", você pode definir o escopo destas permissões para 
recursos específicos do Amazon S3 e do Amazon ECR:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::inputbucket/object" 
            ] 
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        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchCheckLayerAvailability", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:BatchGetImage" 
            ], 
            "Resource": [ 
                "arn:aws:ecr:region::repository/my-repo", 
                "arn:aws:ecr:region::repository/my-repo" 
             ] 
        } 
    ]
}

Se CreateModel.PrimaryContainer.Image precisar acessar outras fontes de dados, como 
os recursos do Amazon DynamoDB ou do Amazon RDS, adicione permissões relevantes a essa 
política.

Na política anterior, você define o escopo da política da seguinte forma:

• Defina o escopo das permissões do S3 para os objetos especificados em
PrimaryContainer.ModelDataUrl em uma solicitação CreateModel.

• Defina o escopo das permissões do Amazon ECR para um caminho do registro específico definido 
como PrimaryContainer.Image e SecondaryContainer.Image em uma solicitação
CreateModel.

As ações cloudwatch e logs são aplicáveis a recursos "*". Para obter mais informações, consulte
CloudWatch Recursos e operações no Guia do CloudWatch usuário da Amazon.

Note

Se você planeja usar o recurso de proteções de SageMaker implantação para implantação
de modelos na produção, certifique-se de que sua função de execução tenha permissão para 
realizar a cloudwatch:DescribeAlarms ação em seus alarmes de reversão automática.

Se você especificar uma VPC privada para o seu modelo, adicione as seguintes permissões:
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{ 
    "Effect": "Allow", 
    "Action": [ 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeVpcs", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeSecurityGroups" 
    ]
}

SageMaker funções de capacidades geoespaciais

Como um serviço gerenciado, os recursos SageMaker geoespaciais da Amazon realizam operações 
em seu nome no AWS hardware que é gerenciado pela SageMaker. Use AWS Identity and Access 
Management para conceder acesso SageMaker geoespacial a usuários, grupos e funções.

Um administrador do IAM pode conceder essas permissões ao usuário, grupo ou perfil usando o 
AWS Management Console, AWS CLI, ou um dos SDKs AWS.

Para usar SageMaker geoespacial, você precisa das seguintes permissões do IAM.

1. Uma função SageMaker de execução.

Para usar as operações de API SageMaker geoespaciais específicas, sua função de 
SageMaker execução deve incluir o principal do serviço SageMaker geoespacial sagemaker-
geospatial.amazonaws.com na política de confiança da função de execução. Isso permite que 
a função de SageMaker execução execute ações Conta da AWS em seu nome.

2. Um usuário, grupo ou função que tem acesso ao Amazon SageMaker Studio Classic e às áreas 
SageMaker geoespaciais

Para começar com SageMaker geoespacial, você pode usar a política AWS 
gerenciada:AmazonSageMakerGeospatialFullAccess. Essa concessão concederá a um 
usuário, grupo ou função acesso total à área SageMaker geoespacial. Para ver a política e 
saber mais sobre quais ações, recursos e condições estão disponíveis, consulte AWSpolítica 
gerenciada: AmazonSageMakerFullAccess.
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Para começar a usar o Studio Classic e criar um SageMaker domínio da Amazon, consulteVisão 
geral SageMaker do Amazon Domain.

Use os tópicos a seguir para criar uma nova função de SageMaker execução, atualizar uma função 
de SageMaker execução existente e aprender a gerenciar permissões usando ações, recursos e 
condições SageMaker geoespaciais específicas do IAM.

Tópicos

• Criando uma nova função SageMaker de execução

• Adicionando o principal do serviço SageMaker geoespacial a uma função de SageMaker execução 
existente

• API StartEarthObservationJob: permissões do perfil de execução

• API StartVectorEnrichmentJob: permissões do perfil de execução

• API ExportEarthObservationJob: permissões do perfil de execução

• API ExportVectorEnrichmentJob: permissões do perfil de execução

Criando uma nova função SageMaker de execução

Para trabalhar com recursos SageMaker geoespaciais, você deve configurar um usuário, grupo ou 
função e uma função de execução. Um perfil de usuário é uma identidade da AWS com políticas de 
permissão que determinam o que o usuário pode e não pode fazer na AWS. Um perfil de execução é 
um perfil do IAM que concede ao serviço permissão para acessar seus recursos da AWS. Um perfil 
de execução consiste em permissões e política de confiança. A política de confiança especifica quais 
entidades principais têm permissão para assumir o perfil.

SageMaker geoespacial também requer um principal de serviço diferente,sagemaker-
geospatial.amazonaws.com. Se você já é um SageMaker cliente, deve adicionar esse principal 
de serviço adicional à sua política de confiança.

Use o procedimento a seguir para criar um novo perfil de execução com a política gerenciada do 
IAM AmazonSageMakerGeospatialFullAccess, anexada. Se seu caso de uso exigir permissões 
mais granulares, use outras seções neste guia para criar um perfil de execução que atenda às suas 
necessidades comerciais.
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Important

A política gerenciada do IAM, AmazonSageMakerGeospatialFullAccess, usada no 
procedimento a seguir, somente concede ao perfil de execução permissão para realizar 
determinadas ações do Amazon S3 em buckets ou objetos com SageMaker, Sagemaker,
sagemaker ou aws-glue no nome. Para saber como atualizar a política de um perfil 
de execução para conceder acesso a outros buckets e objetos do Amazon S3, consulte
Adicionar permissões adicionais do Amazon S3 a uma função de execução SageMaker .

Criar um novo perfil

1. Abra o console IAM em https://console.aws.amazon.com/iam/.

2. Selecione Perfis e selecione Criar perfil.

3. Selecione SageMaker.

4. Selecione Próximo: Permissões.

5. A política gerenciada pelo IAM, AmazonSageMakerGeospatialFullAccess, é anexada 
automaticamente a esse perfil. Para visualizar as permissões incluídas nessa política, selecione 
a seta lateral ao lado do nome da política. Selecione Próximo: Tags.

6. (Opcional) Adicione tags e selecione Próximo: Revisão.

7. Dê um nome ao perfil no campo de texto em Nome do perfil e selecione Criar perfil.

8. Na seção Perfis do console do IAM, selecione o perfil que você acabou de criar na etapa 7. 
Se necessário, use a caixa de texto para pesquisar o perfil usando o nome do perfil que você 
informou na etapa 7.

9. Na página de resumo do perfil, anote o ARN.

Adicionando o principal do serviço SageMaker geoespacial a uma função de SageMaker execução 
existente

Para usar as operações de API SageMaker geoespaciais específicas, sua função de 
SageMaker execução deve incluir o principal do serviço SageMaker geoespacial sagemaker-
geospatial.amazonaws.com na política de confiança da função de execução. Isso permite que a 
função de SageMaker execução execute ações Conta da AWS em seu nome.

Ações como passar uma função entre serviços são comuns em SageMaker. Para obter mais 
detalhes,
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Para adicionar o principal do serviço SageMaker geoespacial a uma função de SageMaker execução 
existente, atualize a política existente para incluir o principal do serviço SageMaker geoespacial, 
conforme mostrado na política de confiança a seguir. Ao anexar o principal de serviço à política 
de confiança, uma função de SageMaker execução agora pode executar as APIs SageMaker 
geoespaciais específicas em seu nome.

Para saber mais sobre ações, recursos e condições SageMaker geoespaciais específicas do IAM, 
consulte Ações, recursos e chaves de condição SageMaker no Guia do usuário do IAM.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": [ 
                     "sagemaker-geospatial.amazonaws.com", 
                    "sagemaker.amazonaws.com" 
                ] 
            }, 
            "Action": "sts:AssumeRole" 
        } 
    ]
}

API StartEarthObservationJob: permissões do perfil de execução

Anexe as seguintes políticas de permissões mínimas a um perfil de execução se quiser aprová-lo em 
uma solicitação de API StartEarthObservationJob:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucketMultipartUploads" 
            ], 
            "Resource": [ 
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                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetEarthObservationJob", 
        "Resource":  "arn:aws:sagemaker-geospatial:*:*:earth-observation-job/*" 
        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetRasterDataCollection", 
        "Resource": "arn:aws:sagemaker-geospatial:*:*:raster-data-collection/*" 
        } 
    ] 
    }

Se o bucket de entrada do Amazon S3 for criptografado usando a criptografia do lado do servidor 
com uma chave gerenciada do AWS KMS(SSE-KMS), consulte Usando chaves do bucket do 
Amazon S3 para obter mais informações.

API StartVectorEnrichmentJob: permissões do perfil de execução

Anexe as seguintes políticas de permissões mínimas a um perfil de execução se quiser aprová-lo em 
uma solicitação de API StartVectorEnrichmentJob:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucketMultipartUploads" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 

SageMaker Funções 5992

https://docs.aws.amazon.com/AmazonS3/latest/userguide/bucket-key.html
https://docs.aws.amazon.com/AmazonS3/latest/userguide/bucket-key.html


Amazon SageMaker Guia do Desenvolvedor

        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetVectorEnrichmentJob", 
        "Resource":  "arn:aws:sagemaker-geospatial:*:*:vector-enrichment-job/*" 
        } 
    ] 
    }

Se o bucket de entrada do Amazon S3 for criptografado usando a criptografia do lado do servidor 
com uma chave gerenciada do AWS KMS(SSE-KMS), consulte Usando chaves do bucket do 
Amazon S3 para obter mais informações.

API ExportEarthObservationJob: permissões do perfil de execução

Anexe as seguintes políticas de permissões mínimas a um perfil de execução se quiser aprová-lo em 
uma solicitação de API ExportEarthObservationJob:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucketMultipartUploads" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetEarthObservationJob", 
        "Resource":  "arn:aws:sagemaker-geospatial:*:*:earth-observation-job/*" 
        } 
    ] 
    }
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Se o bucket de entrada do Amazon S3 for criptografado usando a criptografia do lado do servidor 
com uma chave gerenciada do AWS KMS(SSE-KMS), consulte Usando chaves do bucket do 
Amazon S3 para obter mais informações.

API ExportVectorEnrichmentJob: permissões do perfil de execução

Anexe as seguintes políticas de permissões mínimas a um perfil de execução se quiser aprová-lo em 
uma solicitação de API ExportVectorEnrichmentJob:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:PutObject", 
                "s3:GetObject", 
                "s3:ListBucketMultipartUploads" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
        "Effect": "Allow", 
        "Action": "sagemaker-geospatial:GetVectorEnrichmentJob", 
        "Resource":  "arn:aws:sagemaker-geospatial:*:*:vector-enrichment-job/*" 
        } 
    ] 
    }

Se o bucket de entrada do Amazon S3 for criptografado usando a criptografia do lado do servidor 
com uma chave gerenciada do AWS KMS (SSE-KMS), consulte Usando chaves do bucket do 
Amazon S3.

Gerente de SageMaker funções da Amazon

Os administradores de aprendizado de máquina (ML) que buscam permissões com o mínimo de 
privilégios na SageMaker Amazon devem considerar uma diversidade de perspectivas do setor, 
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incluindo as necessidades exclusivas de acesso com privilégios mínimos exigidas por pessoas 
como cientistas de dados, engenheiros de operações de aprendizado de máquina (MLOps) e muito 
mais. Use o Amazon SageMaker Role Manager para criar e gerenciar funções do IAM baseadas em 
personas para necessidades comuns de aprendizado de máquina diretamente por meio do console 
da Amazon SageMaker .

O Amazon SageMaker Role Manager fornece 3 personas de função pré-configuradas e permissões 
predefinidas para 12 atividades comuns de ML. Explore as personas fornecidas e suas políticas 
sugeridas ou crie e mantenha perfis para personas exclusivas de acordo com suas necessidades 
comerciais. Se você precisar de personalização adicional, especifique permissões de rede e 
criptografia para recursos e chaves de AWS Key Management Servicecriptografia Etapa 1. Inserir 
informações de perfil da Amazon Virtual Private Cloud no Amazon SageMaker Role Manager.

Tópicos

• Usar o gerenciador de perfis (console)

• Usar o gerente de perfis (AWS CDK)

• Referência de persona

• Referência da atividade de ML

• Inicie o Studio Classic

• Perguntas frequentes sobre o Role Manager

Usar o gerenciador de perfis (console)

Você pode usar o Amazon SageMaker Role Manager nos seguintes locais na navegação à esquerda 
do console da Amazon SageMaker :

• Introdução – Adicione rapidamente políticas de permissões para seus usuários.

• Domínios — Adicione políticas de permissões para usuários dentro de um SageMaker domínio da 
Amazon.

• Cadernos – Adicione permissões mínimas para usuários que criam e executam cadernos.

• Treinamento – Adicione permissões mínimas para usuários que criam e gerenciam trabalhos de 
treinamento.

• Inferência – Adicione permissões mínimas para usuários que implantam e gerenciam modelos para 
inferência.
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Você pode usar os procedimentos a seguir para iniciar o processo de criação de uma função em 
diferentes locais no SageMaker console.

Conceitos básicos

Se você estiver usando SageMaker pela primeira vez, recomendamos criar uma função na seção
Introdução.

Para criar uma função usando o Amazon SageMaker Role Manager, faça o seguinte.

1. Abra o SageMaker console da Amazon.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Gerente de perfis.

4. Selecione Criar perfil.

Domínios

Você pode criar uma função usando o Amazon SageMaker Role Manager ao iniciar o processo de 
criação de um SageMaker domínio da Amazon.

Para criar uma função usando o Amazon SageMaker Role Manager, faça o seguinte.

1. Abra o SageMaker console da Amazon.

2. No painel de navegação à esquerda, escolha Configurações do administrador.

3. Em Configurações do administrador, escolha Domínios.

4. Escolha Criar domínio.

5. Escolha Criar perfil usando o assistente de criação de perfis.

Cadernos

Você pode criar uma função usando o Amazon SageMaker Role Manager ao iniciar o processo de 
criação de um notebook.

Para criar uma função usando o Amazon SageMaker Role Manager, faça o seguinte.

1. Abra o SageMaker console da Amazon.

2. No painel de navegação à esquerda, selecione Caderno.

3. Escolha Instância de caderno.
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4. Escolha Criar instância de caderno.

5. Escolha Criar perfil usando o assistente de criação de perfis.

Treinamento

Você pode criar uma função usando o Amazon SageMaker Role Manager ao iniciar o processo de 
criação de um trabalho de treinamento.

Para criar uma função usando o Amazon SageMaker Role Manager, faça o seguinte.

1. Abra o SageMaker console da Amazon.

2. No painel de navegação à esquerda, escolha Treinamento.

3. Escolha Trabalhos de treinamento.

4. Escolha Criar trabalho de treinamento.

5. Escolha Criar perfil usando o assistente de criação de perfis.

Inferência

Você pode criar uma função usando o Amazon SageMaker Role Manager ao iniciar o processo de 
implantação de um modelo para inferência.

Para criar uma função usando o Amazon SageMaker Role Manager, faça o seguinte.

1. Abra o SageMaker console da Amazon.

2. No painel de navegação à esquerda, escolha Inferência.

3. Selecione Modelos.

4. Escolha Criar modelo.

5. Escolha Criar perfil usando o assistente de criação de perfis.

Depois de concluir um dos procedimentos anteriores, use as informações nas seções a seguir para 
ajudar a criar o perfil.

Pré-requisitos

Para usar o Amazon SageMaker Role Manager, você deve ter permissão para criar uma função 
do IAM. Essa permissão geralmente está disponível para administradores e perfis de ML com 
permissões de privilégio mínimo para profissionais de ML.
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É possível assumir temporariamente um perfil do IAM no AWS Management Console alternando 
perfis. Para obter mais informações sobre métodos para o uso de perfis, consulte Usar perfis do IAM
no Guia do usuário do IAM.

Etapa 1. Inserir informações de perfil

Forneça um nome para usar como sufixo exclusivo da sua nova SageMaker função. Por padrão, 
o prefixo "sagemaker-" é adicionado a cada nome de perfil para facilitar a pesquisa no console 
do IAM. Por exemplo, se você nomear seu perfil como test-123 durante a criação do perfil, ele 
aparecerá como sagemaker-test-123 no console do IAM. É possível adicionar uma descrição do 
perfil para fornecer mais detalhes.

Em seguida, escolha uma das personas disponíveis para obter permissões sugeridas para personas 
como cientistas de dados, engenheiros de dados ou engenheiros de operações de machine learning 
(MLOps). Para obter informações sobre personas disponíveis e suas permissões sugeridas, consulte
Referência de persona. Para criar um perfil sem nenhuma sugestão de permissão para orientá-lo, 
escolha Configurações de perfis personalizados.

Note

Recomendamos que você primeiro use o gerenciador de funções para criar uma função 
de SageMaker computação para que os recursos de SageMaker computação tenham a 
capacidade de realizar tarefas como treinamento e inferência. Use a persona SageMaker 
Compute Role para criar essa função com o gerente da função. Depois de criar uma função 
de SageMaker computação, anote seu ARN para uso futuro.

Condições de rede e criptografia

Recomendamos que você ative a personalização da VPC para usar configurações, sub-redes 
e grupos de segurança da VPC com políticas do IAM associadas ao seu novo perfil. Quando a 
personalização da VPC é ativada, as políticas do IAM para atividades de ML que interagem com os 
recursos da VPC são reduzidas para acesso com privilégios mínimos. A personalização da VPC não 
é ativada por padrão. Para obter mais detalhes sobre a arquitetura de rede recomendada, consulte
Arquitetura de rede no Guia Técnico da AWS.

É possível usar uma chave do KMS para criptografar, descriptografar e recriptografar dados para 
workloads regulamentadas com dados altamente confidenciais. Quando a personalização do AWS 
KMS é ativada, as políticas do IAM para atividades de ML compatíveis com os recursos de chaves 
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personalizadas de criptografia são reduzidas para acesso com privilégios mínimos. Para obter mais 
informações, consulte Criptografia com o AWS KMS no Guia do usuário da AWS.

Etapa 2. Configurar atividades de ML

Cada atividade de ML do Amazon SageMaker Role Manager inclui permissões sugeridas do IAM 
para fornecer acesso a AWS recursos relevantes. Algumas atividades de ML exigem que você 
adicione ARNs de perfil de serviço para concluir a configuração. Para obter informações sobre 
atividades de ML predefinidas e suas permissões, consulte Referência da atividade de ML. Para 
obter mais informações sobre a adição de perfis de serviço, consulte Perfis de serviço.

Com base na persona escolhida, determinadas atividades de ML já estão selecionadas. Você pode 
desmarcar qualquer atividade de ML sugerida ou selecionar atividades adicionais para criar seu 
próprio perfil. Se você selecionou a persona Configurações de perfis personalizados, nenhuma 
atividade de ML será pré-selecionada nesta etapa.

Você pode adicionar qualquer política adicional gerenciada pelo cliente da AWS ou do IAM ao seu 
perfil no Etapa 3: adicionar políticas e tags adicionais.

Perfis de serviço

Alguns serviços AWS exigem um perfil de serviço para executar ações em seu nome. Se a atividade 
de ML selecionada exigir que você aprove um perfil de serviço, você deverá fornecer o ARN para 
esse perfil de serviço.

Você pode criar uma nova função de serviço ou usar uma existente, como uma função de serviço 
criada com a persona SageMaker Compute Role. Você pode encontrar o ARN de um perfil existente 
selecionando o nome do perfil na seção Perfis do console do IAM. Para saber mais sobre como criar 
perfis de serviço, consulte Criar um perfil de serviço da AWS.

Etapa 3: adicionar políticas e tags adicionais

Você pode adicionar qualquer política existente gerenciada pelo cliente da AWS ou do IAM ao seu 
novo perfil. Para obter informações sobre SageMaker as políticas existentes, consulte Políticas AWS 
gerenciadas para a Amazon SageMaker. Você também pode verificar suas políticas existentes na 
seção Perfis do console do IAM.

Opcionalmente, use condições de política baseadas em tags para atribuir informações de metadados 
para categorizar e gerenciar recursos AWS. Cada tag é representado por um par de chave-valor. 
Para obter mais informações, consulte Controlar o acesso aos recursos AWS usando tags.
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Perfil de revisão

Reserve um tempo para analisar todas as informações associadas ao seu novo perfil. Escolha
Anterior para voltar e editar qualquer informação. Quando você estiver pronto para criar seu perfil, 
selecione Criar. Essa ação gera um perfil com permissões para suas atividades de ML selecionadas. 
Você pode ver seu novo perfil na seção Perfis do console do IAM.

Usar o gerente de perfis (AWS CDK)

Use o AWS Cloud Development Kit (AWS CDK) com o Amazon SageMaker Role Manager para 
criar funções e definir permissões de forma programática. Você pode usar o AWS CDK para 
realizar qualquer tarefa que possa ser executada usando o AWS Management Console. O acesso 
programático do CDK facilita o fornecimento de permissões que dão aos usuários acesso a recursos 
específicos. Para obter mais informações sobre o AWS CDK, consulte O que é o AWS CDK?

Important

Você deve usar a persona SageMaker Compute Role para criar um SageMaker Compute 
Role. Para obter informações sobre a persona de computação, consulte SageMaker persona 
computacional. Para obter o código que você pode usar para criar o perfil de computação no 
AWS CDK, consulte Conceder permissões a uma pessoa de computação.

Veja a seguir exemplos de tarefas que você pode realizar no AWS CDK:

• Crie perfis do IAM com permissões granulares para personas de machine learning (ML), como 
cientistas de dados e engenheiros de MLOps.

• Conceda permissões para construções de CDK a partir de personas de ML ou atividades de ML.

• Defina os parâmetros da condição da atividade de ML.

• Ative o Amazon VPC e as condições AWS Key Management Service e defina valores para eles.

• Escolha entre todas as versões das atividades de ML para seus usuários sem causar interrupções 
no acesso.

Há AWS tarefas comuns relacionadas ao aprendizado de máquina (ML) SageMaker que exigem 
permissões específicas do IAM. As permissões para realizar as tarefas são definidas como 
atividades de ML no Amazon SageMaker Role Manager. As atividades de ML especificam um 
conjunto de permissões vinculadas o perfil do IAM. Por exemplo, a atividade de ML do Amazon 
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SageMaker Studio Classic tem todas as permissões que um usuário precisa para acessar o Studio 
Classic. Para obter mais informações sobre atividades de ML, consulte Referência da atividade de 
ML.

Ao criar perfis, você primeiro deve definir as construções para a persona de ML ou a atividade de 
ML. Uma construção é um recurso dentro da pilha do AWS CDK. Por exemplo, uma construção pode 
ser um bucket do Amazon S3, uma sub-rede do Amazon VPC ou um perfil do IAM.

Ao criar a persona ou atividade, você pode limitar as permissões associadas a essa persona ou 
atividade a recursos específicos. Por exemplo, você pode personalizar a atividade para fornecer 
permissões somente para uma sub-rede específica dentro de uma Amazon VPC.

Depois de definir as permissões, você pode criar funções e depois passar essas funções para criar 
outros recursos, como instâncias do SageMaker notebook.

Veja a seguir exemplos de código em Typescript para tarefas que você pode realizar usando o CDK. 
Ao criar uma atividade, você deve especificar um ID e as opções para a construção da atividade. As 
opções são dicionários que especificam os parâmetros necessários para as atividades, como um 
Amazon S3. Você passa um dicionário vazio para atividades que não têm parâmetros obrigatórios.

Conceder permissões a uma pessoa de computação

O código a seguir cria uma persona de cientista de dados de ML com um conjunto de atividades de 
ML específicas para a persona. As permissões das atividades de ML se aplicam somente ao Amazon 
VPC e às configurações do AWS KMS especificadas na construção da persona. O código a seguir 
cria uma classe para uma persona de cientista de dados. As atividades de ML são definidas na lista 
de atividades. As permissões de VPC e de KMS são definidas como parâmetros opcionais fora da 
lista de atividades.

Depois de definir a classe, você pode criar um perfil como uma construção dentro da pilha do AWS 
CDK. Você também pode criar uma instância de caderno. A pessoa que está usando o perfil do IAM 
que você criou no código a seguir pode acessar a instância de caderno ao fazer login na conta AWS.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const persona = new Persona(this, 'example-persona-id', { 
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        activities: [ 
            Activity.accessAwsServices(this, 'example-id1', {}) 
        ] 
    }); 

    const role = persona.createRole(this, 'example-IAM-role-id', 'example-IAM-role-
name'); 
     
    }
}                                    
                 

Conceder permissões a uma persona de cientista de dados

O código a seguir cria uma persona de cientista de dados de ML com um conjunto de atividades 
de ML específicas para a persona. As permissões das atividades de ML se aplicam somente às 
configurações de VPC e do KMS especificadas na construção da persona. O código a seguir cria 
uma classe para uma persona de cientista de dados. As atividades de ML são definidas na lista 
de atividades. As permissões do Amazon VPC e as permissões do AWS KMS são definidas como 
parâmetros opcionais fora da lista de atividades.

Depois de definir a classe, você pode criar um perfil como uma construção dentro da pilha do AWS 
CDK. Você também pode criar uma instância de caderno. A pessoa que está usando o perfil do IAM 
que você criou no código a seguir pode acessar a instância de caderno ao fazer login na conta AWS.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const persona = new Persona(this, 'example-persona-id', { 
        activities: [ 
            Activity.runStudioAppsV2(this, 'example-id1', {}), 
            Activity.manageJobs(this, 'example-id2', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.manageModels(this, 'example-id3', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.manageExperiments(this, 'example-id4', {}), 
            Activity.visualizeExperiments(this, 'example-id5', {}), 
            Activity.accessS3Buckets(this, 'example-id6', {s3buckets: 
 [s3.S3Bucket.fromBucketName('DOC-EXAMPLE-BUCKET')]}) 
        ], 
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        // optional: to configure VPC permissions 
        subnets: [ec2.Subnet.fromSubnetId('example-VPC-subnet-id')], 
        securityGroups: [ec2.SecurityGroup.fromSecurityGroupId('example-VPC-security-
group-id')], 
        // optional: to configure KMS permissions 
        dataKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
        volumeKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
    }); 

    const role = persona.createRole(this, 'example-IAM-role-id', 'example-IAM-role-
name'); 
     
    const notebookInstance = new CfnNotebookInstance(this, 'example-notebook-instance-
name', { RoleArn: role.RoleArn, ...}); 
    }
}                                    
                 

Conceder permissões a uma persona de Operações de ML

O código a seguir cria uma persona de Operações de ML com um conjunto de atividades de ML 
específicas para a persona. As permissões das atividades de ML se aplicam somente ao Amazon 
VPC e às configurações do AWS KMS especificadas na construção da persona. O código a seguir 
cria uma classe para uma persona de Operações de ML. As atividades de ML são definidas na lista 
de atividades. As permissões de VPC e de KMS são definidas como parâmetros opcionais fora da 
lista de atividades.

Depois de definir a classe, você pode criar um perfil como uma construção dentro da pilha do AWS 
CDK. Você também pode criar um perfil de usuário do Amazon SageMaker Studio Classic. A pessoa 
que está usando a função do IAM que você criou no código a seguir pode abrir o SageMaker Studio 
Classic ao fazer login na AWS conta.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const persona = new Persona(this, 'example-persona-id', { 
        activities: [ 
            Activity.runStudioAppsV2(this, 'example-id1', {}), 
            Activity.manageModels(this, 'example-id2', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
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            Activity.manageEndpoints(this, 'example-id3',{rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.managePipelines(this, 'example-id4', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.visualizeExperiments(this, 'example-id5', {}) 
        ], 
        subnets: [ec2.Subnet.fromSubnetId('example-VPC-subnet-id')], 
        securityGroups: [ec2.SecurityGroup.fromSecurityGroupId('example-VPC-security-
group-id')], 
        dataKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
        volumeKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
    }); 

    const role = persona.createRole(this, 'example-IAM-role-id', 'example-IAM-role-
name'); 
     
    let userProfile = new CfnNUserProfile(this, 'example-Studio Classic-profile-name', 
 { RoleName: role.RoleName, ... });   
    }
} 
                 

Conceder permissões para uma construção

O código a seguir cria uma persona de Operações de ML com um conjunto de atividades de ML 
específicas para a persona. O código a seguir cria uma classe para uma persona de Operações de 
ML. As atividades de ML são definidas na lista de atividades.

Depois de definir a classe, você pode criar um perfil como uma construção dentro da pilha do 
AWS CDK. Você também pode criar uma instância de caderno. O código concede permissões das 
atividades de ML para o perfil do IAM da função do Lambda.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const persona = new Persona(this, 'example-persona-id', { 
        activities: [ 
            Activity.runStudioAppsV2(this, 'example-id1', {}), 
            Activity.manageModels(this, 'example-id2', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
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            Activity.manageEndpoints(this, 'example-id3',{rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.managePipelines(this, 'example-id4', {rolesToPass: 
 [iam.Role.fromRoleName('example-IAM-role-name')]}), 
            Activity.visualizeExperiments(this, 'example-id5', {}) 
        ], 
    }); 

    const lambdaFn = lambda.Function.fromFunctionName('example-lambda-function-name'); 
    persona.grantPermissionsTo(lambdaFn); 
    }
}                 
                     
                 

Conceder permissões para uma única atividade de ML

O código a seguir cria uma atividade de ML e cria um perfil a partir da atividade. As permissões da 
atividade se aplicam somente à configuração de VPC e KMS que você especifica para o usuário.

export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const activity = Activity.manageJobs(this, 'example-activity-id', { 
        rolesToPass: [iam.Role.fromRoleName('example-IAM-role-name')], 
        subnets: [ec2.Subnet.fromSubnetId('example-VPC-subnet-id')], 
        securityGroups: [ec2.SecurityGroup.fromSecurityGroupId('example-VPC-security-
group-id')], 
        dataKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
        volumeKeys: [kms.Key.fromKeyArn('example-KMS-key-ARN')], 
    }); 

    const role = activity.createRole(this, 'example-IAM-role-id', 'example-IAM-role-
name'); 
    }
}                  
                 

Criar um perfil e conceder permissões para uma única atividade

O código a seguir cria um perfil do IAM para uma única atividade de ML.
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export class myCDKStack extends cdk.Stack { 
  constructor(scope: cdk.App, id: string, props?: cdk.StackProps) { 
    super(scope, id, props); 

    const activity = Activity.manageJobs(this, 'example-activity-id', { 
        rolesToPass: [iam.Role.fromRoleName('example-IAM-role-name')], 
    }); 
         

    activity.create_role(this, 'example-IAM-role-id', 'example-IAM-role-name')  
    }
} 
                 

Referência de persona

O Amazon SageMaker Role Manager fornece permissões sugeridas para várias pessoas de ML. Isso 
inclui funções de execução de usuário para responsabilidades comuns de profissionais de ML, bem 
como funções de execução de serviços para interações de AWS serviço comuns necessárias para 
trabalhar com SageMaker elas.

Cada persona tem permissões sugeridas na forma de atividades de ML selecionadas. Para obter 
informações sobre atividades de ML predefinidas e suas permissões, consulte Referência da 
atividade de ML.

Persona de cientista de dados

Use essa persona para configurar permissões para realizar o desenvolvimento e a experimentação 
geral de aprendizado de máquina em um SageMaker ambiente. Essa persona inclui as seguintes 
atividades de ML pré-selecionadas:

• Execute aplicativos do Studio Classic

• Gerenciar trabalhos de ML

• Gerenciar modelos

• Gerenciar experimentos

• Pesquisar e visualizar experimentos

• Acesso ao bucket do Amazon S3
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Persona de MLOps

Escolha essa persona para configurar permissões para atividades operacionais. Essa persona inclui 
as seguintes atividades de ML pré-selecionadas:

• Execute aplicativos do Studio Classic

• Gerenciar modelos

• Gerenciar endpoints

• Gerenciar pipelines

• Pesquisar e visualizar experimentos

SageMaker persona computacional

Note

Recomendamos que você primeiro use o gerenciador de funções para criar uma função 
de SageMaker computação para que os recursos de SageMaker computação possam 
realizar tarefas como treinamento e inferência. Use a persona SageMaker Compute Role 
para criar essa função com o gerente da função. Depois de criar uma função de SageMaker 
computação, anote seu ARN para uso futuro.

Essa persona inclui a seguinte atividade de ML pré-selecionada:

• Acesso aos serviços AWS necessários

Referência da atividade de ML

As atividades de ML são AWS tarefas comuns relacionadas ao aprendizado de máquina SageMaker 
que exigem permissões específicas do IAM. Cada persona sugere atividades de ML relacionadas ao 
criar uma função com o Amazon SageMaker Role Manager. Você pode selecionar qualquer atividade 
de ML adicional ou desmarcar atividades de ML sugeridas para criar um perfil que atenda às suas 
necessidades de negócios exclusivas.

O Amazon SageMaker Role Manager fornece permissões predefinidas para as seguintes atividades 
de ML:
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Atividade de ML Descrição

Acesso aos serviços AWS necessários Permissões para acessar o Amazon S3, 
o Amazon ECR, o Amazon e o Amazon 
CloudWatch EC2. Necessárias para perfis de 
execução de trabalhos e endpoints.

Execute aplicativos do Studio Classic Permissões para operar em um ambiente 
Studio Classic. Necessárias para perfis de 
execução de domínio e perfil de usuário.

Gerenciar trabalhos de ML Permissões para auditar, consultar linhagem e 
visualizar experimentos.

Gerenciar modelos Permissões para gerenciar SageMaker 
trabalhos em seus ciclos de vida.

Gerenciar endpoints Permissões para gerenciar implantações e 
atualizações de SageMaker endpoints.

Gerenciar pipelines Permissões para gerenciar SageMaker 
pipelines e execuções de pipelines.

Gerenciar experimentos Permissões para gerenciar SageMaker 
experimentos e testes.

Pesquisar e visualizar experimentos Permissões para auditar, consultar linhagem e 
visualizar experimentos.

Gerenciar o monitoramento de modelos Permissões para gerenciar os cronogramas de 
monitoramento do SageMaker Model Monitor.

Acesso total ao S3 Permissões para realizar todas as operações 
do Amazon S3.

Acesso ao bucket do S3 Permissões para realizar operações em 
buckets do S3 especificados.
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Atividade de ML Descrição

Consultar grupos de trabalho do Athena Permissões para executar e gerenciar 
consultas do Amazon Athena.

Inicie o Studio Classic

Use suas funções focadas na personalidade para lançar o Studio Classic. Se você for administrador, 
você pode dar aos seus usuários acesso ao Studio Classic e fazer com que eles assumam seu 
papel pessoal diretamente por meio do AWS Management Console ou por meio doAWS IAM Identity 
Center.

Inicie o Studio Classic com AWS Management Console

Para que cientistas de dados ou outros usuários assumam sua personalidade específica por meio 
doAWS Management Console, eles precisam de uma função de console para acessar o ambiente 
Studio Classic.

Você não pode usar o Amazon SageMaker Role Manager para criar uma função que conceda 
permissões para AWS Management Console o. No entanto, depois de criar um perfil de serviço no 
gerente de perfis, você pode acessar o console do IAM para editar o perfil e adicionar um perfil de 
acesso de usuário. Veja a seguir um exemplo de um perfil que fornece ao usuário acesso ao AWS 
Management Console:

{ 
    "Version": "2012-10-17", 
    "Statement": 
    [ 
        { 
            "Sid": "DescribeCurrentDomain", 
            "Effect": "Allow", 
            "Action": "sagemaker:DescribeDomain", 
            "Resource": "arn:aws:sagemaker:<REGION>:<ACCOUNT-ID>:domain/<STUDIO-DOMAIN-
ID>" 
        }, 
        { 
            "Sid": "RemoveErrorMessagesFromConsole", 
            "Effect": "Allow", 
            "Action": 
            [ 
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                "servicecatalog:ListAcceptedPortfolioShares", 
                "sagemaker:GetSagemakerServicecatalogPortfolioStatus", 
                "sagemaker:ListModels", 
                "sagemaker:ListTrainingJobs", 
                "servicecatalog:ListPrincipalsForPortfolio", 
                "sagemaker:ListNotebookInstances", 
                "sagemaker:ListEndpoints" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "RequiredForAccess", 
            "Effect": "Allow", 
            "Action": 
            [ 
                "sagemaker:ListDomains", 
                "sagemaker:ListUserProfiles" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "CreatePresignedURLForAccessToDomain", 
            "Effect": "Allow", 
            "Action": "sagemaker:CreatePresignedDomainUrl", 
            "Resource": "arn:aws:sagemaker:<REGION>:<ACCOUNT-ID>:user-profile/<STUDIO-
DOMAIN-ID>/<PERSONA_NAME>" 
        } 
    ]
}

No painel de controle do Studio Classic, escolha Adicionar usuário para criar um novo usuário. Na 
seção Configurações gerais, dê um nome ao seu usuário e defina a função de execução padrão para 
que o usuário seja a função que você criou usando o Amazon SageMaker Role Manager.

Na próxima tela, escolha a versão apropriada do Jupyter Lab e se deseja ativar os modelos 
SageMaker Jumpstart e Project. SageMaker Em seguida, escolha Próximo. Na página de 
configurações do SageMaker Canvas, escolha se deseja ativar o suporte ao SageMaker Canvas 
e, além disso, se deseja permitir a previsão de séries temporais no Canvas. SageMaker Escolha
Enviar.

Seu novo usuário agora deve estar visível no painel de controle do Studio Classic. Para testar esse 
usuário, escolha Studio na lista suspensa Executar aplicativo na mesma linha do nome do usuário.
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Inicie o Studio Classic com o IAM Identity Center

Para atribuir aos usuários do IAM Identity Center perfis de execução, o usuário deve primeiro existir 
no diretório do IAM Identity Center. Para obter mais informações, consulte Gerenciar identidades no 
IAM Identity Center no AWS IAM Identity Center.

Note

Seu diretório de autenticação do IAM Identity Center e o domínio do Studio Classic devem 
estar no mesmoRegião da AWS.

1. Para atribuir usuários do IAM Identity Center ao seu domínio do Studio Classic, escolha Atribuir 
usuários e grupos no painel de controle do Studio Classic. Na tela Atribuir usuários e grupos, 
selecione seu usuário cientista de dados e escolha Atribuir usuários e grupos.

2. Depois que o usuário for adicionado ao painel de controle do Studio Classic, escolha o usuário 
para abrir a tela de detalhes do usuário.

3. Na tela Detalhes do usuário, escolha Editar.

4. Na tela Editar perfil de usuário, em Configurações gerais, modifique o perfil de execução padrão
para corresponder ao perfil de execução do usuário que você criou para seus cientistas de 
dados.

5. Escolha Próximo nas demais páginas de configurações e escolha Enviar para salvar suas 
alterações.

Quando seu cientista de dados ou outro usuário faz login no portal do IAM Identity Center, eles veem 
um quadro para esse domínio do Studio Classic. A escolha desse bloco os conecta ao Studio Classic 
com a função de execução de usuário atribuída.

Perguntas frequentes sobre o Role Manager

Consulte os seguintes itens de perguntas frequentes para obter respostas às perguntas mais 
frequentes sobre o Amazon SageMaker Role Manager.

P: Como posso acessar o Amazon SageMaker Role Manager?

R: Você pode acessar o Amazon SageMaker Role Manager por meio de vários locais no SageMaker 
console da Amazon. Para obter informações sobre como acessar o gerente de perfis e usá-lo para 
criar um perfil, consulte Usar o gerenciador de perfis (console).

Role Manager 6011

https://docs.aws.amazon.com/singlesignon/latest/userguide/manage-your-identity-source-sso.html
https://docs.aws.amazon.com/singlesignon/latest/userguide/manage-your-identity-source-sso.html


Amazon SageMaker Guia do Desenvolvedor

P: O que são personas?

R: Personas são grupos pré-configurados de permissões com base em responsabilidades comuns 
de machine learning (ML). Por exemplo, a persona da ciência de dados sugere permissões para 
o desenvolvimento e a experimentação geral de aprendizado de máquina em um SageMaker 
ambiente, enquanto a persona MLOps sugere permissões para atividades de ML relacionadas às 
operações.

P: O que são atividades de ML?

R: As atividades de ML são AWS tarefas comuns relacionadas ao aprendizado de máquina 
SageMaker que exigem permissões específicas do IAM. Cada persona sugere atividades de ML 
relacionadas ao criar uma função com o Amazon SageMaker Role Manager. As atividades de ML 
incluem tarefas como acesso total ao Amazon S3 ou pesquisa e visualização de experimentos. Para 
ter mais informações, consulte Referência da atividade de ML.

P: Os perfis que eu crio com o gerente de perfis são perfis do AWS Identity and Access Management 
(IAM)?

R: Sim. As funções criadas usando o Amazon SageMaker Role Manager são funções do IAM com 
políticas de acesso personalizadas. Você pode visualizar seus perfis criados na seção Perfis do
console do IAM.

P: Como posso visualizar as funções que criei usando o Amazon SageMaker Role Manager?

R: Você pode visualizar os perfis criados na seção Perfis do console do IAM. Por padrão, o prefixo
"sagemaker-" é adicionado a cada nome de perfil para facilitar a pesquisa no console do IAM. Por 
exemplo, se você nomear seu perfil como test-123 durante a criação do perfil, ele aparecerá como
sagemaker-test-123 no console do IAM.

P: Posso modificar uma função criada com o Amazon SageMaker Role Manager depois de criada?

R: Sim. Você pode modificar as funções e políticas criadas pelo Amazon SageMaker Role Manager 
por meio do console do IAM. Para obter mais informações, consulte Modificar um perfil no Guia do 
usuário do AWS Identity and Access Management.

P: Posso anexar minhas próprias políticas às funções criadas usando o Amazon SageMaker Role 
Manager?

R: Sim. Você pode anexar AWS qualquer política do IAM gerenciada pelo cliente da sua conta à 
função que você cria usando o Amazon SageMaker Role Manager.
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P: Quantas políticas posso adicionar a uma função que eu crio com o Amazon SageMaker Role 
Manager?

R: O limite máximo para anexar políticas gerenciadas a um perfil ou usuário do IAM é 20. O limite 
máximo de caracteres para políticas gerenciadas é 6.144. Para obter mais informações, consulte
Cotas de objetos do IAM e requisitos de nome e limites de caracteres do IAM e das cotas AWS 
Security Token Service.

P: Posso adicionar condições às atividades de ML?

R: Todas as condições fornecidas pelo Amazon SageMaker Role Manager, como sub-redes, grupos 
de segurança ou chaves KMS, são automaticamente passadas para qualquer atividade de ML 
selecionada em. Etapa 1. Inserir informações de perfil Etapa 2. Configurar atividades de ML Você 
também pode adicionar outras condições às atividades de ML, se necessário. Por exemplo, você 
também pode adicionar condições InstanceTypes ou IntercontainerTrafficEncryption à 
atividade Gerenciar trabalhos de treinamento.

P: Posso usar a marcação para gerenciar o acesso a qualquer recurso AWS?

R:  Você pode adicionar tags à sua função no Etapa 3: adicionar políticas e tags adicionais Amazon 
SageMaker Role Manager. Para gerenciar recursos AWS com êxito usando tags, você deve 
adicionar a mesma tag ao perfil e a todas as políticas associadas. Por exemplo, você pode adicionar 
uma tag a um perfil e a um bucket do Amazon S3. Então, como a função passa a tag para a 
SageMaker sessão, somente um usuário com essa função pode acessar esse bucket do S3. É 
possível adicionar tags a uma política por meio do console do IAM. Para obter mais informações, 
consulte Marcar perfis do IAM no Guia do usuário do AWS Identity and Access Management.

P: Posso usar o Amazon SageMaker Role Manager para criar uma função para acessar oAWS 
Management Console?

R: Não. No entanto, depois de criar um perfil de serviço no gerente de perfis, você pode acessar o 
console do IAM para editar o perfil e adicionar um perfil de acesso humano no console do IAM.

P: Qual é a diferença entre uma função de federação de usuários e uma função de SageMaker 
execução?

R: Um perfil de federação de usuários é assumida diretamente por um usuário para acessar recursos 
AWS, como acesso ao AWS Management Console. Uma função de SageMaker execução é 
assumida pelo SageMaker serviço para realizar uma função em nome de um usuário ou de uma 
ferramenta de automação. Por exemplo, quando um usuário abre uma instância do Studio Classic, 
o Studio Classic assume a função de execução associada ao perfil do usuário para acessar AWS 
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recursos em nome do usuário. Se o perfil do usuário não especificar uma função de execução, a 
função de execução será especificada no nível do SageMaker domínio da Amazon.

P: Se eu estiver usando um aplicativo web personalizado que acessa o Studio Classic por meio de 
um URL pré-assinado, qual função será usada?

R: Se você usa um aplicativo web personalizado para acessar o Studio Classic, então você tem uma 
função híbrida de federação de usuários e uma função de SageMaker execução. Certifique-se de 
que essa função tenha menos permissões de privilégio para o que o usuário pode fazer e para o que 
o Studio Classic pode fazer em nome do usuário associado.

P: Posso usar o Amazon SageMaker Role Manager com a autenticação AWS do IAM Identity Center 
para meu domínio Studio Classic?

R: Os aplicativos de nuvem do AWS IAM Identity Center Studio Classic usam uma função de 
execução do Studio Classic para conceder permissões aos usuários federados. Essa função de 
execução pode ser especificada no nível do perfil de usuário do IAM Identity Center do Studio 
Classic ou no nível do domínio padrão. Identidades e grupos de usuários devem ser sincronizados 
no IAM Identity Center e o perfil de usuário do Studio Classic deve ser criado com a atribuição de 
usuário do IAM Identity Center usando. CreateUserProfile Para ter mais informações, consulte Inicie 
o Studio Classic com o IAM Identity Center.

Controle de acesso para notebooks

Você deve usar procedimentos diferentes para controlar o acesso aos notebooks e SageMaker 
instâncias de notebooks do Amazon SageMaker Studio Classic, pois eles têm ambientes de 
execução diferentes. O Studio Classic usa permissões e contêineres do sistema de arquivos para 
controlar o acesso aos notebooks Studio Classic e o isolamento dos usuários. Uma instância do 
SageMaker notebook dá aos usuários que fazem login na instância do notebook acesso root padrão. 
Os tópicos a seguir descrevem como alterar as permissões dos dois tipos de cadernos.

Tópicos

• Controle de acesso e permissões de configuração para notebooks SageMaker Studio

• Controle o acesso root a uma instância do SageMaker notebook

Controle de acesso e permissões de configuração para notebooks SageMaker Studio

O Amazon SageMaker Studio usa permissões de sistema de arquivos e contêiner para controle 
de acesso e isolamento de usuários e notebooks do Studio. Essa é uma das principais diferenças 
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entre os notebooks Studio e SageMaker as instâncias de notebooks. Este tópico descreve como 
as permissões são configuradas para evitar ameaças à segurança, o que SageMaker acontece 
por padrão e como o cliente pode personalizar as permissões. Para obter mais informações sobre 
cadernos do Studio e seu ambiente runtime, consulte Use notebooks Amazon SageMaker Studio 
Classic.

SageMaker permissões do aplicativo

Um usuário run-as é um usuário/grupo POSIX usado para executar o JupyterServer aplicativo e 
KernelGateway os aplicativos dentro do contêiner.

O usuário run-as do JupyterServer aplicativo é sagemaker-user (1000) por padrão. Esse usuário tem 
permissões sudo para permitir a instalação de dependências, como pacotes yum.

O usuário run-as dos KernelGateway aplicativos é root (0) por padrão. Esse usuário pode instalar 
dependências usando pip/apt-get/conda.

Devido ao remapeamento do usuário, nenhum usuário pode acessar recursos ou fazer alterações na 
instância do host.

Remapeamento de usuário

SageMaker executa o remapeamento do usuário para mapear um usuário dentro do contêiner para 
um usuário na instância hospedeira fora do contêiner. O intervalo de IDs de usuário (0 a 65535) no 
contêiner é mapeado para IDs de usuário sem privilégios acima de 65535 na instância. Por exemplo, 
sagemaker-user (1000) dentro do contêiner pode mapear para o usuário (200001) na instância, onde 
o número entre parênteses é o ID do usuário. Se o cliente criar um novo usuário/grupo dentro do 
contêiner, ele não terá privilégios na instância hospedeira, independentemente do ID do usuário/
grupo. O usuário raiz do contêiner também é mapeado para um usuário sem privilégios na instância. 
Para obter mais informações, consulte Isolar contêineres com um namespace de usuário.

Note

Os arquivos criados pelo usuário sagemaker-user podem parecer pertencentes ao 
sagemaker-studio (uid 65534). Esse é um efeito colateral de um modo de criação rápida de 
aplicativos em que as imagens do SageMaker contêiner são pré-extraídas, permitindo que 
os aplicativos sejam iniciados em menos de um minuto. Se sua aplicação exigir que o uid do 
proprietário do arquivo e o uid do proprietário do processo correspondam, peça ao serviço 
de atendimento ao cliente que remova o número da sua conta do atributo de pré-extração de 
imagens.
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Permissões de imagem personalizadas

Os clientes podem trazer suas próprias SageMaker imagens personalizadas. Essas imagens podem 
especificar um usuário/grupo diferente para iniciar o aplicativo. KernelGateway O cliente pode 
implementar um controle de permissão refinado dentro da imagem, por exemplo, para desativar o 
acesso raiz ou realizar outras ações. O mesmo remapeamento de usuário se aplica aqui. Para ter 
mais informações, consulte Traga sua própria SageMaker imagem.

Isolamento de contêiner

O Docker mantém uma lista dos recursos padrão que o contêiner pode usar. SageMaker não 
adiciona recursos adicionais. SageMaker adiciona regras de rota específicas para bloquear 
solicitações ao Amazon EFS e ao serviço de metadados da instância (IMDS) do contêiner. Os 
clientes não podem alterar essas regras de rota a partir do contêiner. Para obter mais informações, 
consulte Privilégio de runtime e recursos do Linux.

Acesso aos metadados de aplicativo

Os metadados usados pelos aplicativos em execução são montados no contêiner com permissão 
somente para leitura. Os clientes não conseguem modificar esses metadados do contêiner. Para 
obter os metadados disponíveis, consulte Obtenha metadados do notebook e do aplicativo Studio 
Classic.

Isolamento do usuário no EFS

Quando você se integra ao Studio, SageMaker cria um volume do Amazon Elastic File System (EFS) 
para seu domínio que é compartilhado por todos os usuários do Studio no domínio. Cada usuário 
obtém seu próprio diretório pessoal privado no volume EFS. Esse diretório inicial é usado para 
armazenar os cadernos, repositórios Git e outros dados do usuário. Para impedir que outros usuários 
no domínio acessem os dados do usuário, SageMaker cria uma ID de usuário globalmente exclusiva 
para o perfil do usuário e a aplica como uma ID de usuário/grupo POSIX para o diretório inicial do 
usuário.

Acesso ao EBS

Um volume do Amazon Elastic Block Store (Amazon EBS) é anexado à instância do host e 
compartilhado em todas as imagens. Ele é usado para o volume raiz dos cadernos e armazena 
dados temporários que são gerados dentro do contêiner. O armazenamento não persiste quando a 
instância que executa os cadernos é excluída. O usuário raiz dentro do contêiner não pode acessar o 
volume do EBS.
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Acesso ao IMDS

Devido a questões de segurança, o acesso ao Serviço de Metadados de Instância (IMDS) do 
Amazon Elastic Compute Cloud (Amazon EC2) não está disponível no Studio. SageMaker Para obter 
mais informações sobre o IMDS, consulte Metadados de instância e dados do usuário.

Controle o acesso root a uma instância do SageMaker notebook

Por padrão, quando você cria uma instância de caderno, os usuários que efetuam login nessa 
instância de caderno possuem acesso raiz. A ciência de dados é um processo iterativo que pode 
exigir que o cientista de dados teste e use diferentes pacotes e ferramentas de software, portanto, 
muitos usuários de instâncias de caderno precisam ter acesso raiz para poder instalar essas 
ferramentas e pacotes. Como os usuários com acesso raiz possuem privilégios de administrador, 
eles podem acessar e editar todos os arquivos em uma instância de caderno com acesso raiz 
habilitada.

Se você não deseja que os usuários tenham acesso raiz a uma instância de caderno, quando 
chamar as operações CreateNotebookInstance ou UpdateNotebookInstance, defina o 
campo RootAccess como Disabled. Você também pode desativar o acesso root para usuários 
ao criar ou atualizar uma instância de notebook no SageMaker console da Amazon. Para obter mais 
informações, consulte Etapa 1: criar uma instância do Amazon SageMaker Notebook.

Note

As configurações do ciclo de vida precisam de acesso raiz para poder configurar uma 
instância de caderno. Por causa disso, as configurações de ciclo de vida associadas a uma 
instância de caderno sempre são executadas com acesso raiz, ainda que você desabilite o 
acesso raiz para os usuários.

Note

Por motivos de segurança, o Docker sem raiz é instalado em instâncias de caderno com raiz 
desabilitada, em vez do Docker normal. Para obter mais informações, consulte Executar o 
daemon do Docker como usuário não raiz (modo sem raiz)
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Permissões de SageMaker API da Amazon: referência de ações, 
permissões e recursos

Use a a seguir como referência ao configurar o controle de acesso e escrever uma política de 
permissões que você possa anexar a uma identidade do IAM (uma política baseada em identidade). 
A cada operação de SageMaker API da Amazon, as ações correspondentes para as quais você 
pode conceder permissões para realizar a ação e o AWS recurso para o qual você pode conceder as 
permissões. Você especifica as ações no campo Action da política e o valor do recurso no campo
Resource da política.

Note

Exceto para a API ListTags, restrições no nível do recurso não estão disponíveis em 
chamadas List-. Qualquer usuário que chamar uma API List- verá todos os recursos 
desse tipo na conta.

Para expressar condições em suas SageMaker políticas da Amazon, você pode usar chaves AWS 
de condição abrangentes. Para obter uma lista completa das chaves da AWS, consulte Available 
Keys no Guia do usuário do IAM.

Warning

Algumas ações SageMaker da API ainda podem estar acessíveis por meio doSearch 
API. Por exemplo, se um usuário tiver uma política do IAM que nega permissões para uma
Describe chamada para um SageMaker recurso específico, esse usuário ainda poderá 
acessar as informações da descrição por meio da API de pesquisa. Para restringir totalmente 
o acesso do usuário às chamadas Describe, você também deve restringir o acesso à API 
de pesquisa. Para ver uma lista de SageMaker recursos que podem ser acessados por meio 
da API de pesquisa, consulte a Referência de AWS CLI comandos de SageMaker pesquisa.
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Operações de SageMaker API da Amazon e permissões necessárias para ações

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DeleteEar 
thObserva 
tionJob

sagemaker-geospati 
al:DeleteEarthObse 
rvationJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

DeleteVec 
torEnrich 
mentJob

sagemaker-geospati 
al:DeleteVectorEnr 
ichmentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

ExportEar 
thObserva 
tionJob

sagemaker-geospati 
al:ExportEarthObse 
rvationJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

ExportVec 
torEnrich 
mentJob

sagemaker-geospati 
al:ExportVectorEnr 
ichmentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

GetEarthO 
bservationJob

sagemaker-geospati 
al:GetEarthObserva 
tionJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ExportVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ExportVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_GetEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_GetEarthObservationJob.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

GetRaster 
DataCollection

sagemaker-geospati 
al:GetRasterDataCo 
llection

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :raster-data-colle 
ction/public/ id

GetTile sagemaker-geospati 
al:GetTile

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

GetVector 
EnrichmentJob

sagemaker-geospati 
al:GetVectorEnrich 
mentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

ListEarth 
Observati 
onJobs

sagemaker-geospati 
al:ListEarthObserv 
ationJobs

*

ListRaste 
rDataColl 
ections

sagemaker-geospati 
al:ListRasterDataC 
ollections

*
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

ListTagsF 
orResource

sagemaker-geospati 
al:ListTagsForResource

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

ListVecto 
rEnrichme 
ntJobs

sagemaker-geospati 
al:ListVectorEnric 
hmentJobs

*

SearchRas 
terDataCo 
llection

sagemaker-geospati 
al:SearchRasterDat 
aCollection

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :raster-data-colle 
ction/public/ id

StartEart 
hObservat 
ionJob

sagemaker-geospati 
al:StartEarthObser 
vationJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

StartVect 
orEnrichm 
entJob

sagemaker-geospati 
al:StartVectorEnri 
chmentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_ListVectorEnrichmentJobs.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

StopEarth 
ObservationJob

sagemaker-geospati 
al:StopEarthObserv 
ationJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

StopVecto 
rEnrichmentJob

sagemaker-geospati 
al:StopVectorEnric 
hmentJob

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

TagResource sagemaker-geospati 
al:TagResource

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

Referência de permissões SageMaker de API da Amazon 6022

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StopEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StopEarthObservationJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StopVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_StopVectorEnrichmentJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_TagResource.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

UntagResource sagemaker-geospati 
al:UntagResource

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :earth-observation-
job/id

arn:aws:sagemaker- 
geospatia 
l: region:account-i 
d :vector-enrichment-
job/id

AddTags sagemaker:AddTags arn:aws:sagemaker:
region:account-id :*

CreateApp sagemaker:CreateApp arn:aws:sagemaker:
region:account-i 

d :app/domain-id /user-
profile-name /app-
type/appName

CreateApp 
ImageConfig

sagemaker:CreateAp 
pImageConfig

arn:aws:sagemaker:
region:account-id :app-

image-config/ appImageC 
onfigName

Referência de permissões SageMaker de API da Amazon 6023

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_geospatial_UntagResource.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AddTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateApp.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAppImageConfig.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreateAut 
oMLJob

sagemaker:CreateAu 
toMLJob

iam:PassRole

A seguinte permissão é 
necessária apenas se qualquer
ResourceConfig  associado 
tiver um VolumeKmsKeyId 
especificado e o perfil associado 
não tiver uma política que 
permita essa ação:

kms:CreateGrant

arn:aws:sagemaker:
region:account-i 

d :automl-job/ autoMLJob 
Name

CreateAut 
oMLJobV2

sagemaker:CreateAu 
toMLJobV2

iam:PassRole

A seguinte permissão é 
necessária apenas se qualquer
ResourceConfig  associado 
tiver um VolumeKmsKeyId 
especificado e o perfil associado 
não tiver uma política que 
permita essa ação:

kms:CreateGrant

arn:aws:sagemaker:
region:account-i 

d :automl-job/ autoMLJob 
Name

Referência de permissões SageMaker de API da Amazon 6024

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateAutoMLJobV2.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreateDomain sagemaker:CreateDomain

iam:CreateServiceL 
inkedRole

iam:PassRole

Obrigatório se uma chave do 
KMS gerenciada pelo cliente for 
especificada para KmsKeyId:

elasticfilesystem: 
CreateFileSystem

kms:CreateGrant

kms:Decrypt

kms:DescribeKey

kms:GenerateDataKe 
yWithoutPlainText

Necessário para criar um domínio 
compatível com o RStudio:

sagemaker:CreateApp

arn:aws:sagemaker:
region:account-i 

d :domain/domain-id

Referência de permissões SageMaker de API da Amazon 6025

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateDomain.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreateEndpoint sagemaker:CreateEn 
dpoint

kms:CreateGrant  (obrigató 
rio somente se o EndPointC 
onfig  associado tiver um
KmsKeyId especificado)

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

arn:aws:sagemaker:
region:account-

id :endpoint-
config/endpointConfigName

CreateEnd 
pointConfig

sagemaker:CreateEn 
dpointConfig

arn:aws:sagemaker:
region:account-

id :endpoint-
config/endpointConfigName

CreateFlo 
wDefinition

sagemaker:CreateFl 
owDefinition

iam:PassRole

arn:aws:sagemaker:
region:account-id :flow-

definition/ flowDefin 
itionName

CreateHum 
anTaskUi

sagemaker:CreateHu 
manTaskUi

arn:aws:sagemaker:
region:account-id :human-

task-ui/ humanTaskUiName

Referência de permissões SageMaker de API da Amazon 6026

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHumanTaskUi.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHumanTaskUi.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreateInf 
erenceRec 
ommendati 
onsJob

sagemaker:CreateIn 
ferenceRecommendat 
ionsJob

iam:PassRole

As seguintes permissões são 
necessárias somente se você 
especificar uma chave de 
criptografia:

kms:CreateGrant

kms:Decrypt

kms:DescribeKey

kms:GenerateDataKey

arn:aws:sagemaker:
region:account-i 

d :inference-recomme 
ndations-job/ inference 
RecommendationsJobName

CreateHyp 
erParamet 
erTuningJob

sagemaker:CreateHy 
perParameterTuningJob

iam:PassRole

A seguinte permissão é 
necessária apenas se qualquer
ResourceConfig  associado 
tiver um VolumeKmsKeyId 
especificado e o perfil associado 
não tiver uma política que 
permita essa ação:

kms:CreateGrant

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJobName

Referência de permissões SageMaker de API da Amazon 6027

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateInferenceRecommendationsJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreateImage sagemaker:CreateImage

iam:PassRole

arn:aws:sagemaker:
region:account-id :image/

*

CreateIma 
geVersion

sagemaker:CreateIm 
ageVersion

arn:aws:sagemaker:
region:account-id :image-

version/ imageName /*

CreateLab 
elingJob

sábio: CreateLabelingJob

objetivo: PassRole

arn:aws:sagemaker:
region:account-i 

d :labeling-job/ labelingJ 
obName

CreateModel sagemaker:CreateModel

iam:PassRole

arn:aws:sagemaker:
region:account-i 

d :model/modelName

CreateMod 
elPackage

sagemaker:CreateMo 
delPackage

arn:aws:sagemaker:
region:account-id :model-

package/ modelPackageName

CreateMod 
elPackageGroup

sagemaker:CreateMo 
delPackageGroup

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

Referência de permissões SageMaker de API da Amazon 6028

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateImage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModelPackageGroup.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreateNot 
ebookInstance

sagemaker:CreateNo 
tebookInstance

iam:PassRole

As seguintes permissões são 
necessárias apenas se você 
especificar uma VPC para sua 
instância de bloco de anotações:

ec2:CreateNetworkI 
nterface

ec2:DescribeSecuri 
tyGroups

ec2:DescribeSubnets

ec2:DescribeVpcs

A seguinte permissão é necessári 
a somente se você especific 
ar uma VPC e um acelerador 
de inferência elástica para sua 
instância de bloco de anotações:

ec2:DescribeVpcEnd 
points

As seguintes permissões são 
necessárias somente se você 
especificar uma chave de 
criptografia:

kms:DescribeKey

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

Referência de permissões SageMaker de API da Amazon 6029

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateNotebookInstance.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

kms:CreateGrant

A seguinte permissão é necessári 
a somente se você especificar 
um segredo do AWS Secrets 
Manager para acessar um 
repositório privado do Git:

secretsmanager:Get 
SecretValue

CreatePipeline sagemaker:CreatePi 
peline

iam:PassRole

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

arn:aws-parti 
tion :iam::account-i 
d :role/role-name

CreatePre 
signedDom 
ainUrl

sagemaker:CreatePr 
esignedDomainUrl

arn:aws:sagemaker:
region:account-id :app/

domain-id/ userProfi 
leName /*

CreatePre 
signedNot 
ebookInst 
anceUrl

sagemaker:CreatePr 
esignedNotebookIns 
tanceUrl

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

Referência de permissões SageMaker de API da Amazon 6030

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePipeline.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedDomainUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedDomainUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedDomainUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreatePro 
cessingJob

sagemaker:CreatePr 
ocessingJob

iam:PassRole

kms:CreateGrant  (necessár 
io apenas se o Processin 
gResources  associado tiver 
um VolumeKmsKeyId  especific 
ado e o perfil associado não tiver 
uma política que permita essa 
ação)

arn:aws:sagemaker:
region:account-

id :processing-
job/processingJobName

CreateSpace sagemaker:CreateSpace arn:aws:sagemaker:
region:account-i 

d :space/domain-id
/spaceName

CreateStu 
dioLifecy 
cleConfig

sagemaker:CreateSt 
udioLifecycleConfig

arn:aws:sagemaker:
region:account-i 

d :studio-lifecycle- 
config/.*

CreateTra 
iningJob

sagemaker:CreateTr 
ainingJob

iam:PassRole

kms:CreateGrant  (necessár 
io apenas se o ResourceC 
onfig  associado tiver um
VolumeKmsKeyId  especificado 
e o perfil associado não tiver uma 
política que permita essa ação)

arn:aws:sagemaker:
region:account-i 

d :training-job/ trainingJ 
obName

Referência de permissões SageMaker de API da Amazon 6031

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateSpace.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateStudioLifecycleConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateStudioLifecycleConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateStudioLifecycleConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreateTra 
nsformJob

sagemaker:CreateTr 
ansformJob

kms:CreateGrant  (necessár 
io apenas se o Transform 
Resources  associado tiver 
um VolumeKmsKeyId  especific 
ado e o perfil associado não tiver 
uma política que permita essa 
ação)

arn:aws:sagemaker:
region:account-

id :transform-
job/transformJobName

CreateUse 
rProfile

sagemaker:CreateUs 
erProfile

iam:PassRole

arn:aws:sagemaker:
region:account-i 

d :user-profile/domain-
id/userProfileName

CreateWorkforce sagemaker:CreateWo 
rkforce

cognito-idp:Descri 
beUserPoolClient

cognito-idp:Update 
UserPool

cognito-idp:Descri 
beUserPool

cognito-idp:Update 
UserPoolClient

arn:aws:sagemaker:
region:account-i 

d :workforce/*

Referência de permissões SageMaker de API da Amazon 6032

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateWorkforce.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

CreateWorkteam sagemaker:CreateWo 
rkteam

cognito-idp:Descri 
beUserPoolClient

cognito-idp:Update 
UserPool

cognito-idp:Descri 
beUserPool

cognito-idp:Update 
UserPoolClient

arn:aws:sagemaker:
region:account-i 

d :workteam/private- 
crowd/ work team name

DeleteApp sagemaker:DeleteApp arn:aws:sagemaker:
region:account-i 

d :app/domain-id /user-
profile-name /app-
type/appName

DeleteApp 
ImageConfig

sagemaker:DeleteAp 
pImageConfig

arn:aws:sagemaker:
region:account-id :app-

image-config/ appImageC 
onfigName

DeleteDomain sagemaker:DeleteDomain arn:aws:sagemaker:
region:account-i 

d :domain/domainId

DeleteEndpoint sagemaker:DeleteEn 
dpoint

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

Referência de permissões SageMaker de API da Amazon 6033

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteApp.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteDomain.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpoint.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DeleteEnd 
pointConfig

sagemaker:DeleteEn 
dpointConfig

arn:aws:sagemaker:
region:account-

id :endpoint-
config/endpointConfigName

DeleteFlo 
wDefinition

sagemaker:DeleteFl 
owDefinition

arn:aws:sagemaker:
region:account-id :flow-

definition/ flowDefin 
itionName

DeleteHumanLoop sagemaker:DeleteHu 
manLoop

arn:aws:sagemaker:
region:account-id :human-

loop/ humanLoopName

DeleteImage sagemaker:DeleteImage arn:aws:sagemaker:
region:account-i 

d :image/imageName

DeleteIma 
geVersion

sagemaker:DeleteIm 
ageVersion

arn:aws:sagemaker:
region:account-id :image-

version/ imageName
/versionNumber

DeleteModel sagemaker:DeleteModel arn:aws:sagemaker:
region:account-i 

d :model/modelName

DeleteMod 
elPackage

sagemaker:DeleteMo 
delPackage

arn:aws:sagemaker:
region:account-id :model-

package/ modelPackageName

Referência de permissões SageMaker de API da Amazon 6034

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteFlowDefinition.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_DeleteHumanLoop.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteImage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackage.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DeleteMod 
elPackageGroup

sagemaker:DeleteMo 
delPackageGroup

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

DeleteMod 
elPackage 
GroupPolicy

sagemaker:DeleteMo 
delPackageGroupPolicy

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

DeleteNot 
ebookInstance

sagemaker:DeleteNo 
tebookInstance

A seguinte permissão é necessári 
a somente se você especificou 
uma VPC para sua instância de 
bloco de anotações:

ec2:DeleteNetworkI 
nterface

As seguintes permissões são 
necessárias somente se você 
especificou uma chave de 
criptografia quando criou a 
instância de bloco de anotações:

kms:DescribeKey

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

DeletePipeline sagemaker:DeletePi 
peline

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

Referência de permissões SageMaker de API da Amazon 6035

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeletePipeline.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DeleteSpace sagemaker:DeleteSpace arn:aws:sagemaker:
region:account-i 

d :space/domain-id
/spaceName

DeleteTags sagemaker:DeleteTags arn:aws:sagemaker:
region:account-id :*

DeleteUse 
rProfile

sagemaker:DeleteUs 
erProfile

arn:aws:sagemaker:
region:account-i 

d :user-profile/domain-
id/userProfileName

DeleteWorkforce sagemaker:DeleteWo 
rkforce

arn:aws:sagemaker:
region:account-i 

d :workforce/*

DeleteWorkteam sagemaker:DeleteWo 
rkteam

arn:aws:sagemaker:
region:account-i 

d :workteam/private- 
crowd/*

DescribeApp sagemaker:DescribeApp arn:aws:sagemaker:
region:account-i 

d :app/domain-id /user-
profile-name /app-
type/appName

DescribeA 
ppImageConfig

sagemaker:Describe 
AppImageConfig

arn:aws:sagemaker:
region:account-id :app-

image-config/ appImageC 
onfigName

Referência de permissões SageMaker de API da Amazon 6036

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteSpace.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeApp.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAppImageConfig.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DescribeA 
utoMLJob

sagemaker:Describe 
AutoMLJob

arn:aws:sagemaker:
region:account-i 

d :automl-job/ autoMLJob 
Name

DescribeA 
utoMLJobV2

sagemaker:Describe 
AutoMLJobV2

arn:aws:sagemaker:
region:account-i 

d :automl-job/ autoMLJob 
Name

DescribeDomain sagemaker:Describe 
Domain

arn:aws:sagemaker:
region:account-i 

d :domain/domainId

DescribeE 
ndpoint

sagemaker:Describe 
Endpoint

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

DescribeE 
ndpointConfig

sagemaker:Describe 
EndpointConfig

arn:aws:sagemaker:
region:account-

id :endpoint-
config/endpointConfigName

DescribeF 
lowDefinition

sagemaker:Describe 
FlowDefinition

arn:aws:sagemaker:
region:account-id :flow-

definition/ flowDefin 
itionName

DescribeH 
umanLoop

sagemaker:Describe 
HumanLoop

arn:aws:sagemaker:
region:account-id :human-

loop/ humanLoopName
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeAutoMLJobV2.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeDomain.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeFlowDefinition.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeFlowDefinition.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_DescribeHumanLoop.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_DescribeHumanLoop.html


Amazon SageMaker Guia do Desenvolvedor

Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DescribeH 
umanTaskUi

sagemaker:Describe 
HumanTaskUi

arn:aws:sagemaker:
region:account-id :human-

task-ui/ humanTaskUiName

DescribeH 
yperParam 
eterTuningJob

sagemaker:Describe 
HyperParameterTuni 
ngJob

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJob

DescribeImage sagemaker:DescribeImage arn:aws:sagemaker:
region:account-i 

d :image/imageName

DescribeI 
mageVersion

sagemaker:Describe 
ImageVersion

arn:aws:sagemaker:
region:account-id :image-

version/ imageName
/versionNumber

DescribeL 
abelingJob

sagemaker:Describe 
LabelingJob

arn:aws:sagemaker:
region:account-i 

d :labeling-job/ labelingJ 
obName

DescribeModel sagemaker:DescribeModel arn:aws:sagemaker:
region:account-i 

d :model/modelName

DescribeM 
odelPackage

sagemaker:Describe 
ModelPackage

arn:aws:sagemaker:
region:account-id :model-

package/ modelPackageName
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHumanTaskUi.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHumanTaskUi.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeImage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeImageVersion.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackage.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DescribeM 
odelPacka 
geGroup

sagemaker:Describe 
ModelPackageGroup

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

DescribeN 
otebookIn 
stance

sagemaker:Describe 
NotebookInstance

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

DescribeP 
ipeline

sagemaker:Describe 
Pipeline

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

DescribeP 
ipelineDe 
finitionF 
orExecution

sagemaker:Describe 
PipelineDefinition 
ForExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

DescribeP 
ipelineEx 
ecution

sagemaker:Describe 
PipelineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModelPackageGroup.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipeline.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipeline.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineDefinitionForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineDefinitionForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineDefinitionForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineDefinitionForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribePipelineExecution.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DescribeP 
rocessingJob

sagemaker:Describe 
ProcessingJob

arn:aws:sagemaker:
region:account-

id :processing-
job/processingjobname

DescribeSpace sagemaker:DescribeSpace arn:aws:sagemaker:
region:account-i 

d :space/domain-id
/spaceName

DescribeS 
ubscribed 
Workteam

sagemaker:Describe 
SubscribedWorkteam

aws-marketplace:Vi 
ewSubscriptions

arn:aws:sagemaker:
region:account-i 

d :workteam/vendor-c 
rowd/*

DescribeT 
rainingJob

sagemaker:Describe 
TrainingJob

arn:aws:sagemaker:
region:account-i 

d :training-job/ trainingj 
obname

DescribeT 
ransformJob

sagemaker:Describe 
TransformJob

arn:aws:sagemaker:
region:account-

id :transform-
job/transformjobname

DescribeU 
serProfile

sagemaker:Describe 
UserProfile

arn:aws:sagemaker:
region:account-i 

d :user-profile/domain-
id/userProfileName

DescribeW 
orkforce

sagemaker:Describe 
Workforce

arn:aws:sagemaker:
region:account-i 

d :workforce/*
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSpace.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkforce.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

DescribeW 
orkteam

sagemaker:Describe 
Workteam

arn:aws:sagemaker:
region:account-i 

d :workteam/private- 
crowd/*

GetModelP 
ackageGro 
upPolicy

sagemaker:GetModel 
PackageGroupPolicy

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

InvokeEndpoint sagemaker:InvokeEn 
dpoint

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

ListAppIm 
ageConfigs

sagemaker:ListAppI 
mageConfigs

arn:aws:sagemaker:
region:account-id :app-

image-config/*

ListApps sagemaker:ListApps arn:aws:sagemaker:
region:account-i 

d :app/domain-id /user-
profile-name /*

ListDomains sagemaker:ListDomains arn:aws:sagemaker:
region:account-i 

d :domain/*

ListEndpo 
intConfigs

sagemaker:ListEndp 
ointConfigs

*

ListEndpoints sagemaker:ListEndpoints *

ListFlowD 
efinitions

sagemaker:ListFlow 
Definitions

*
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_GetModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_GetModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_GetModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_runtime_InvokeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListAppImageConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListAppImageConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListApps.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListDomains.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListEndpointConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListEndpointConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListEndpoints.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListFlowDefinitions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListFlowDefinitions.html
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Amazon

Permissões obrigatórias (ações 
de API)

Recursos

ListHumanLoops sagemaker:ListHuma 
nLoops

*

ListHuman 
TaskUis

sagemaker:ListHuma 
nTaskUis

*

ListHyper 
Parameter 
TuningJobs

sagemaker:ListHype 
rParameterTuningJobs

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJob

ListImages sagemaker:ListImages *

ListImage 
Versions

sagemaker:ListImag 
eVersions

arn:aws:sagemaker:
region:account-id :image/

*

ListLabel 
ingJobs

sagemaker:ListLabe 
lingJobs

*

ListLabel 
ingJobsFo 
rWorkteam

sagemaker:ListLabe 
lingJobForWorkteam

*

ListModel 
PackageGroups

sagemaker:ListMode 
lPackageGroups

arn:aws:sagemaker:
region:account-id

:model-package-gro 
up/ ModelPackageGroupN 
ame
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https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_ListHumanLoops.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHumanTaskUis.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHumanTaskUis.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHyperParameterTuningJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHyperParameterTuningJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListHyperParameterTuningJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListImages.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListImageVersions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListImageVersions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobsForWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobsForWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobsForWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModelPackageGroups.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModelPackageGroups.html
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SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

ListModel 
Packages

sagemaker:ListMode 
lPackages

arn:aws:sagemaker:
region:account-id

:model-package/ ModelPack 
ageName

ListModels sagemaker:ListModels *

ListNoteb 
ookInstances

sagemaker:ListNote 
bookInstances

*

ListPipel 
ineExecutions

sagemaker:ListPipe 
lineExecutions

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

ListPipel 
ineExecut 
ionSteps

sagemaker:ListPipe 
lineExecutionSteps

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

ListPipel 
ineParame 
tersForEx 
ecution

sagemaker:ListPipe 
lineParametersForE 
xecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

ListPipelines sagemaker:ListPipelines *

ListProce 
ssingJobs

sagemaker:ListProc 
essingJobs

*
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModelPackages.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModelPackages.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModels.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListNotebookInstances.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListNotebookInstances.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutions.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutionSteps.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutionSteps.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineExecutionSteps.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineParametersForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineParametersForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineParametersForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelineParametersForExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListPipelines.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListProcessingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListProcessingJobs.html
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Amazon

Permissões obrigatórias (ações 
de API)

Recursos

ListSpaces sagemaker:ListSpaces arn:aws:sagemaker:
region:account-i 

d :space/domain-id /*

ListSubsc 
ribedWorkteams

sagemaker:ListSubs 
cribedWorkteams

aws-marketplace:Vi 
ewSubscriptions

*

ListTags sagemaker:ListTags arn:aws:sagemaker:
region:account-id :*

ListTrain 
ingJobs

sagemaker:ListTrai 
ningJobs

*

ListTrain 
ingJobsFo 
rHyperPar 
ameterTun 
ingJob

sagemaker:ListTrai 
ningJobsForHyperPa 
rameterTuningJob

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJob

ListTrans 
formJobs

sagemaker:ListTran 
sformJobs

*

ListUserP 
rofiles

sagemaker:ListUser 
Profiles

arn:aws:sagemaker:
region:account-id :user-

profile/domain-id/*

ListWorkforces sagemaker:ListWork 
forces

*

ListWorkteams sagemaker:ListWorkteams *
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListSpaces.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListSubscribedWorkteams.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListSubscribedWorkteams.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobsForHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTransformJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTransformJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListUserProfiles.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListUserProfiles.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListWorkforces.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListWorkteams.html
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SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

PutModelP 
ackageGro 
upPolicy

sagemaker:PutModel 
PackageGroupPolicy

arn:aws:sagemaker:
region:account-id :model-

package-group/ modelPack 
ageGroupName

RetryPipe 
lineExecution

sagemaker:RetryPip 
elineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

Search sagemaker:Search *

SendPipel 
ineExecut 
ionStepFailure

sagemaker:SendPipe 
lineExecutionStepF 
ailure

*

SendPipel 
ineExecut 
ionStepSuccess

sagemaker:SendPipe 
lineExecutionStepS 
uccess

*

StartHumanLoop sagemaker:StartHum 
anLoop

arn:aws:sagemaker:
region:account-id :human-

loop/ humanLoopName
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_PutModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_PutModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_PutModelPackageGroupPolicy.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_RetryPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_RetryPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_Search.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepFailure.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepFailure.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepFailure.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepSuccess.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepSuccess.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_SendPipelineExecutionStepSuccess.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_StartHumanLoop.html
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Amazon

Permissões obrigatórias (ações 
de API)

Recursos

StartNote 
bookInstance

sagemaker:StartNot 
ebookInstance

iam:PassRole

As seguintes permissões são 
necessárias somente se você 
especificou uma VPC quando 
criou sua instância de bloco de 
anotações:

ec2:CreateNetworkI 
nterface

ec2:DescribeNetwor 
kInterfaces

ec2:DescribeSecuri 
tyGroups

ec2:DescribeSubnets

ec2:DescribeVpcs

A seguinte permissão é necessári 
a somente se você especific 
ar uma VPC e um acelerador 
de inferência elástica para sua 
instância de bloco de anotações:

ec2:DescribeVpcEnd 
points

As seguintes permissões são 
necessárias somente se você 
especificou uma chave de 

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

Referência de permissões SageMaker de API da Amazon 6046

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartNotebookInstance.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

criptografia quando criou a 
instância de bloco de anotações:

kms:DescribeKey

kms:CreateGrant

A seguinte permissão é necessári 
a somente se você especificou 
um segredo do AWS Secrets 
Manager para acessar um 
repositório privado do Git quando 
criou a instância de bloco de 
anotações:

secretsmanager:Get 
SecretValue

StartPipe 
lineExecution

sagemaker:StartPip 
elineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

StopHumanLoop sagemaker:StopHumanLoop arn:aws:sagemaker:
region:account-id :human-

loop/ humanLoopName

StopHyper 
Parameter 
TuningJob

sagemaker:StopHype 
rParameterTuningJob

arn:aws:sagemaker:
region:account-id :hyper-

parameter-tuning-job 
/ hyperParameterTuni 
ngJob
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartPipelineExecution.html
https://docs.aws.amazon.com/augmented-ai/2019-11-07/APIReference/API_StopHumanLoop.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopHyperParameterTuningJob.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

StopLabelingJob sagemaker:StopLabe 
lingJob

arn:aws:sagemaker:
region:account-i 

d :labeling-job/ labelingJ 
obName

StopNoteb 
ookInstance

sagemaker:StopNote 
bookInstance

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

StopPipel 
ineExecution

sagemaker:StopPipe 
lineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

StopProce 
ssingJob

sagemaker:StopProc 
essingJob

arn:aws:sagemaker:
region:account-

id :processing-
job/processingJobName

StopTrainingJob sagemaker:StopTrai 
ningJob

arn:aws:sagemaker:
region:account-i 

d :training-job/ trainingJ 
obName

StopTrans 
formJob

sagemaker:StopTran 
sformJob

arn:aws:sagemaker:
region:account-

id :transform-
job/transformJobName

Referência de permissões SageMaker de API da Amazon 6048

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopPipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopProcessingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTransformJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTransformJob.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

UpdateApp 
ImageConfig

sagemaker:UpdateAp 
pImageConfig

arn:aws:sagemaker:
region:account-id :app-

image-config/ appImageC 
onfigName

UpdateDomain sagemaker:UpdateDomain arn:aws:sagemaker:
region:account-i 

d :domain/domainId

UpdateEndpoint sagemaker:UpdateEn 
dpoint

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

UpdateEnd 
pointWeig 
htsAndCap 
acities

sagemaker:UpdateEn 
dpointWeightsAndCa 
pacities

arn:aws:sagemaker:
region:account-i 

d :endpoint/ endpointName

UpdateImage sagemaker:UpdateImage

iam:PassRole

arn:aws:sagemaker:
region:account-i 

d :image/imageName

UpdateMod 
elPackage

sagemaker:UpdateMo 
delPackage

arn:aws:sagemaker:
region:account-id :model-

package/ modelPackageName

UpdateNot 
ebookInstance

sagemaker:UpdateNo 
tebookInstance

iam:PassRole

arn:aws:sagemaker:
region:account-i 

d :notebook-instance 
/ notebookInstanceName

Referência de permissões SageMaker de API da Amazon 6049

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateAppImageConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateDomain.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpointWeightsAndCapacities.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateImage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateModelPackage.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateNotebookInstance.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

UpdatePipeline sagemaker:UpdatePi 
peline

iam:PassRole

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name

arn:aws-parti 
tion :iam::account-i 
d :role/role-name

UpdatePip 
elineExecution

sagemaker:UpdatePi 
pelineExecution

arn:aws-parti 
tion :sagemake 
r: region:account-i 
d :pipeline/ pipeline- 
name /execution/ execution 
-id

UpdateSpace sagemaker:UpdateSpace arn:aws:sagemaker:
region:account-i 

d :space/domain-id
/spaceName

UpdateUse 
rProfile

sagemaker:UpdateUs 
erProfile

arn:aws:sagemaker:
region:account-i 

d :user-profile/domain-
id/userProfileName

UpdateWorkforce sagemaker:UpdateWo 
rkforce

arn:aws:sagemaker:
region:account-i 

d :workforce/*

Referência de permissões SageMaker de API da Amazon 6050

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdatePipeline.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdatePipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdatePipelineExecution.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateSpace.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateUserProfile.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateWorkforce.html
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Operações de 
SageMaker API da 
Amazon

Permissões obrigatórias (ações 
de API)

Recursos

UpdateWorkteam sagemaker:UpdateWo 
rkteam

arn:aws:sagemaker:
region:account-i 

d :workteam/private- 
crowd/*

SageMaker API da Amazon e permissões necessárias para ações

Operação da API:  AddTags

Permissões obrigatórias (ação de API): sagemaker:AddTags

Recursos: *

Operação da API:  CreateEndpoint

Permissões obrigatórias (ação de API): sagemaker:CreateEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operação da API:  CreateEndpointConfig

Permissões obrigatórias (ação de API): sagemaker:CreateEndpointConfig

Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Operação da API:  CreateModel

Permissões obrigatórias (ação de API): sagemaker:CreateModel, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:model/modelName

Operação da API:  CreateLabelingJob

Permissões obrigatórias (ação de API): sagemaker:CreateLabelingJob, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName

Referência de permissões SageMaker de API da Amazon 6051

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_AddTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateEndpointConfig.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateLabelingJob.html
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Operação da API:  CreateNotebookInstance

Permissões obrigatórias (ação de API): sagemaker:CreateNotebookInstance, 
iam:PassRole, ec2:CreateNetworkInterface, ec2:AttachNetworkInterface, 
ec2:ModifyNetworkInterfaceAttribute, ec2:DescribeAvailabilityZones, 
ec2:DescribeInternetGateways, ec2:DescribeSecurityGroups, 
ec2:DescribeSubnets, ec2:DescribeVpcs, kms:CreateGrant

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operação da API:  CreateTrainingJob

Permissões obrigatórias (ação de API): sagemaker:CreateTrainingJob, iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName

Operação da API:  CreateWorkforce

Permissões obrigatórias (ação da API): sagemaker:CreateWorkforce, cognito-
idp:DescribeUserPoolClient, cognito-idp:UpdateUserPool, cognito-
idp:DescribeUserPool, cognito-idp:UpdateUserPoolClient

Recursos: arn:aws:sagemaker:region:account-id:workforce/*

Operação da API:  CreateWorkteam

Permissões obrigatórias (ação da API): sagemaker:CreateWorkteam, cognito-
idp:DescribeUserPoolClient, cognito-idp:UpdateUserPool, cognito-
idp:DescribeUserPool, cognito-idp:UpdateUserPoolClient

Recursos:arn:aws:sagemaker:region:account-id:workteam/private-crowd/work 
team name

Operação da API:  DeleteEndpoint

Permissões obrigatórias (ação de API): sagemaker:DeleteEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operação da API:  DeleteEndpointConfig

Permissões obrigatórias (ação de API): sagemaker:DeleteEndpointConfig

Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Referência de permissões SageMaker de API da Amazon 6052

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteEndpointConfig.html
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Operação da API:  DeleteModel

Permissões obrigatórias (ação de API): sagemaker:DeleteModel

Recursos: arn:aws:sagemaker:region:account-id:model/modelName

Operação da API:  DeleteNotebookInstance

Permissões obrigatórias (ação de API): sagemaker:DeleteNotebookInstance, 
ec2:DeleteNetworkInterface, ec2:DetachNetworkInterface, 
ec2:DescribeAvailabilityZones, ec2:DescribeInternetGateways, 
ec2:DescribeSecurityGroups, ec2:DescribeSubnets, ec2:DescribeVpcs

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operação da API:  DeleteTags

Permissões obrigatórias (ação de API): sagemaker:DeleteTags

Recursos: *

Operação da API:  DeleteWorkteam

Permissões obrigatórias (ação de API): sagemaker:DeleteWorkforce

Recursos: arn:aws:sagemaker:region:account-id:workforce/private-crowd/*

Operação da API:  DeleteWorkteam

Permissões obrigatórias (ação de API): sagemaker:DeleteWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*

Operação da API:  DescribeEndpoint

Permissões obrigatórias (ação de API): sagemaker:DescribeEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operação da API:  DescribeEndpointConfig

Permissões obrigatórias (ação de API): sagemaker:DescribeEndpointConfig

Recursos: arn:aws:sagemaker:region:account-id:endpoint-
config/endpointConfigName

Referência de permissões SageMaker de API da Amazon 6053

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DeleteWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeEndpointConfig.html
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Operação da API:  DescribeLabelingJob

Permissões obrigatórias (ação de API): sagemaker:DescribeLabelingJob

Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName

Operação da API:  DescribeModel

Permissões obrigatórias (ação de API): sagemaker:DescribeModel

Recursos: arn:aws:sagemaker:region:account-id:model/modelName

Operação da API:  DescribeNotebookInstance

Permissões obrigatórias (ação de API): sagemaker:DescribeNotebookInstance

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operação da API:  DescribeSubscribedWorkforce

Permissões obrigatórias (ação de API): sagemaker:DescribeSubscribedWorkforce, aws-
marketplace:ViewSubscriptions

Recursos: arn:aws:sagemaker:region:account-id:workforce/*

Operação da API:  DescribeSubscribedWorkteam

Permissões obrigatórias (ação de API): sagemaker:DescribeSubscribedWorkteam, aws-
marketplace:ViewSubscriptions

Recursos: arn:aws:sagemaker:region:account-id:workteam/vendor-crowd/*

Operação da API:  DescribeTrainingJob

Permissões obrigatórias (ação de API): sagemaker:DescribeTrainingJob

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName

Operação da API:  DescribeWorkteam

Permissões obrigatórias (ação de API): sagemaker:DescribeWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*

Operação da API:  CreatePresignedNotebookInstanceUrl

Permissões obrigatórias (ação de API):
sagemaker:CreatePresignedNotebookInstanceUrl

Referência de permissões SageMaker de API da Amazon 6054

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkforce.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeSubscribedWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreatePresignedNotebookInstanceUrl.html
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Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operação da API:  runtime_InvokeEndpoint

Permissões obrigatórias (ação de API): sagemaker:InvokeEndpoint

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operação da API:  ListEndpointConfigs

Permissões obrigatórias (ação de API): sagemaker:ListEndpointConfigs

Recursos: *

Operação da API:  ListEndpoints

Permissões obrigatórias (ação de API): sagemaker:ListEndpoints

Recursos: *

Operação da API:  ListLabelingJobs

Permissões obrigatórias (ação de API): sagemaker:ListLabelingJobs

Recursos: *

Operação da API:  ListLabelingJobsForWorkteam

Permissões obrigatórias (ação de API): sagemaker:ListLabelingJobsForWorkteam

Recursos: *

Operação da API:  ListModels

Permissões obrigatórias (ação de API): sagemaker:ListModels

Recursos: *

Operação da API:  ListNotebookInstances

Permissões obrigatórias (ação de API): sagemaker:ListNotebookInstances

Recursos: *

Operação da API:  ListSubscribedWorkteams

Permissões obrigatórias (ação de API): sagemaker:ListSubscribedWorkteam, aws-
marketplace:ViewSubscriptions

Referência de permissões SageMaker de API da Amazon 6055

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_runtime_InvokeEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListEndpointConfigs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListEndpoints.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListLabelingJobsForWorkteam.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListModels.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListNotebookInstances.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListSubscribedWorkteams.html
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Recursos: *

Operação da API:  ListTags

Permissões obrigatórias (ação de API): sagemaker:ListTags

Recursos: *

Operação da API:  ListTrainingJobs

Permissões obrigatórias (ação de API): sagemaker:ListTrainingJobs

Recursos: *

Operação da API:  ListWorkteams

Permissões obrigatórias (ação de API): sagemaker:ListWorkforces

Recursos: *

Operação da API:  ListWorkteams

Permissões obrigatórias (ação de API): sagemaker:ListWorkteams

Recursos: *

Operação da API:  StartNotebookInstance

Permissões obrigatórias (ação de API): sagemaker:StartNotebookInstance, 
iam:PassRole, ec2:CreateNetworkInterface, ec2:AttachNetworkInterface, 
ec2:ModifyNetworkInterfaceAttribute, ec2:DescribeAvailabilityZones, 
ec2:DescribeInternetGateways, ec2:DescribeSecurityGroups, 
ec2:DescribeSubnets, ec2:DescribeVpcs, kms:CreateGrant

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operação da API:  StopLabelingJob

Permissões obrigatórias (ação de API): sagemaker:StopLabelingJob

Recursos: arn:aws:sagemaker:region:account-id:labeling-job/labelingJobName

Operação da API:  StopNotebookInstance

Permissões obrigatórias (ação de API): sagemaker:StopNotebookInstance

Referência de permissões SageMaker de API da Amazon 6056

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTags.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListTrainingJobs.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListWorkforces.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_ListWorkteams.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StartNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopLabelingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopNotebookInstance.html
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Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operação da API:  StopTrainingJob

Permissões obrigatórias (ação de API): sagemaker:StopTrainingJob

Recursos: arn:aws:sagemaker:region:account-id:training-job/trainingJobName

Operação da API:  UpdateEndpoint

Permissões obrigatórias (ação de API): sagemaker:UpdateEndpoints

Recursos: arn:aws:sagemaker:region:account-id:endpoint/endpointName

Operação da API:  UpdateNotebookInstance

Permissões obrigatórias (ação de API): sagemaker:UpdateNotebookInstance, 
iam:PassRole

Recursos: arn:aws:sagemaker:region:account-id:notebook-
instance/notebookInstanceName

Operação da API:  UpdateWorkteam

Permissões obrigatórias (ação de API): sagemaker:UpdateWorkteam

Recursos: arn:aws:sagemaker:region:account-id:workteam/private-crowd/*

AWSPolíticas gerenciadas para a Amazon SageMaker

Para adicionar permissões a usuários, grupos e perfis, é mais fácil usar políticas gerenciadas 
pela AWS do que gravar políticas por conta própria. É necessário tempo e experiência para criar 
políticas gerenciadas pelo cliente do IAM que fornecem à sua equipe apenas as permissões de 
que precisam. Para começar rapidamente, é possível usar nossas políticas gerenciadas pela AWS. 
Essas políticas abrangem casos de uso comuns e estão disponíveis na sua conta da AWS. Para 
obter mais informações sobre políticas gerenciadas pela AWS, consulte Políticas gerenciadas pela 
AWS no Guia do usuário do IAM.

Os serviços da AWS mantêm e atualizam políticas gerenciadas pela AWS. Não é possível alterar 
as permissões em políticas gerenciadas pela AWS. Os serviços ocasionalmente acrescentam 
permissões adicionais a uma política gerenciada pela AWS para oferecer suporte a novos atributos. 
Esse tipo de atualização afeta todas as identidades (usuários, grupos e funções) em que a política 
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https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_StopTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateEndpoint.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateNotebookInstance.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_UpdateWorkteam.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_create-console.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_create-console.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_managed-vs-inline.html#aws-managed-policies
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_managed-vs-inline.html#aws-managed-policies
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está anexada. É mais provável que os serviços atualizem uma política gerenciada pela AWS quando 
um novoatributo for iniciado ou novas operações se tornarem disponíveis. Os serviços não removem 
permissões de uma política gerenciada pela AWS, portanto, as atualizações de políticas não 
suspendem suas permissões existentes.

Além disso, a AWS oferece suporte a políticas gerenciadas para perfis de trabalho que abrangem 
vários serviços. Por exemplo, a política ReadOnlyAccess gerenciada pela AWS concede acesso 
somente leitura a todos os recursos e serviços da AWS. Quando um serviço executa um novo 
atributo, a AWS adiciona permissões somente leitura para novas operações e recursos. Para obter 
uma lista e descrições das políticas de perfis de trabalho, consulte Políticas gerenciadas pela AWS 
para perfis de trabalho no Guia do usuário do IAM.

Important

Recomendamos que você use a política mais restrita que permita executar seu caso de uso.

As seguintes políticas AWS gerenciadas, que você pode associar aos usuários em sua conta, são 
específicas da Amazon SageMaker:

• AmazonSageMakerFullAccess— Concede acesso total à Amazon SageMaker e aos recursos 
SageMaker geoespaciais e às operações apoiadas. Isso não fornece acesso irrestrito ao Amazon 
S3, mas é compatível com os buckets e objetos com tags sagemaker específicas. Essa política 
permite que todas as funções do IAM sejam passadas para a Amazon SageMaker, mas só permite 
que as funções do IAM com AmazonSageMaker "" sejam passadas para os AWS RoboMaker 
serviços AWS GlueAWS Step Functions, e.

• AmazonSageMakerReadOnly— Concede acesso somente para leitura aos recursos da Amazon 
SageMaker .

As seguintes políticas gerenciadas pela AWS podem ser anexadas a usuários na sua conta, mas não 
são recomendadas:

• AdministratorAccess: concede todas as ações para todos os serviços da AWS e para todos 
os recursos na conta.

• DataScientist: concede uma grande variedade de permissões para cobrir a maioria dos casos 
de uso (principalmente para análise e inteligência de negócios) encontrados pelos cientistas de 
dados.
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https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_job-functions.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_job-functions.html
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_job-functions.html#jf_administrator
https://docs.aws.amazon.com/IAM/latest/UserGuide/access_policies_job-functions.html#jf_data-scientist
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Você pode revisar essas políticas de permissões fazendo login no console do IAM e procurando por 
elas.

Você também pode criar suas próprias políticas personalizadas do IAM para permitir permissões 
para SageMaker ações e recursos da Amazon conforme necessário. É possível anexar essas 
políticas personalizadas aos usuários ou grupos que necessitam delas.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerFullAccess

• AWSpolítica gerenciada: AmazonSageMakerReadOnly

• AWSpolíticas gerenciadas para o Amazon SageMaker Canvas

• AWSpolíticas gerenciadas para o Amazon SageMaker Cluster

• AWSpolíticas gerenciadas para a Amazon SageMaker Feature Store

• AWSpolíticas gerenciadas para o setor SageMaker geoespacial da Amazon

• AWSPolíticas gerenciadas para Amazon SageMaker Ground Truth

• AWSPolíticas gerenciadas para governança de SageMaker modelos

• Políticas gerenciadas pela AWS para registro de modelos

• AWSPolíticas gerenciadas para SageMaker notebooks

• AWSPolíticas gerenciadas para SageMaker oleodutos

• AWSPolíticas gerenciadas para SageMaker projetos e JumpStart

• SageMaker Atualizações nas políticas AWS gerenciadas

AWSpolítica gerenciada: AmazonSageMakerFullAccess

Essa política concede permissões administrativas que permitem ao principal acesso total a todos 
os recursos SageMaker e operações SageMaker geoespaciais e da Amazon. A política também 
fornece acesso seleto aos serviços relacionados. Essa política permite que todas as funções do 
IAM sejam passadas para a Amazon SageMaker, mas só permite que as funções do IAM com 
AmazonSageMaker "" sejam passadas para os AWS RoboMaker serviços AWS GlueAWS Step 
Functions, e. Essa política não inclui permissões para criar um SageMaker domínio da Amazon. 
Para obter informações sobre a política necessária para criar um domínio, consulte Criar um usuário 
administrativo e um grupo .

Detalhes das permissões

Esta política inclui as seguintes permissões.
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• application-autoscaling— Permite que os diretores escalem automaticamente um endpoint 
de inferência SageMaker em tempo real.

• athena: permite que as entidades principais consultem uma lista de catálogos de dados, bancos 
de dados e metadados de tabelas a partir do Amazon Athena.

• aws-marketplace: permite que as entidades principais visualizem as assinaturas do AWS 
AI Marketplace. Você precisa disso se quiser acessar o SageMaker software inscrito. AWS 
Marketplace

• cloudformation— Permite que os diretores obtenham AWS CloudFormation modelos para usar 
SageMaker JumpStart soluções e pipelines. SageMaker JumpStartcria os recursos necessários 
para executar soluções end-to-end de aprendizado de máquina vinculadas SageMaker a outros 
AWS serviços. SageMaker O Pipelines cria novos projetos que são apoiados pelo Service Catalog.

• cloudwatch— Permite que os diretores publiquem CloudWatch métricas, interajam com alarmes 
e enviem registros para o CloudWatch Logs em sua conta.

• codebuild— Permite que os diretores armazenem AWS CodeBuild artefatos para SageMaker 
Pipelines e Projetos.

• codecommit— Necessário para AWS CodeCommit integração com instâncias de SageMaker 
notebooks.

• cognito-idp— Necessário para que o Amazon SageMaker Ground Truth defina força de 
trabalho e equipes de trabalho privadas.

• ec2— Necessário SageMaker para gerenciar recursos e interfaces de rede do Amazon EC2 
quando você especifica uma Amazon VPC para suas SageMaker tarefas, modelos, endpoints e 
instâncias de notebook.

• ecr— Necessário para extrair e armazenar artefatos do Docker para Amazon SageMaker Studio 
Classic (imagens personalizadas), treinamento, processamento, inferência em lote e endpoints de 
inferência. Isso também é necessário para usar seu próprio contêiner em SageMaker. Permissões 
adicionais para SageMaker JumpStart soluções são necessárias para criar e remover imagens 
personalizadas em nome dos usuários.

• elastic-inference— Permite que os diretores se conectem ao Amazon Elastic Inference para 
SageMaker usar instâncias de notebook e endpoints.

• elasticfilesystem: permite que as entidades principais acessem o Amazon Elastic File 
System. Isso é necessário SageMaker para usar fontes de dados no Amazon Elastic File System 
para treinar modelos de aprendizado de máquina.

• fsx: concede às entidades principais acesso total ao Amazon FSx. Isso é necessário SageMaker 
para usar fontes de dados no Amazon FSx para treinar modelos de aprendizado de máquina.
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• glue— Necessário para o pré-processamento do pipeline de inferência a partir de instâncias do 
SageMaker notebook.

• groundtruthlabeling: necessário para trabalhos de rotulagem do Ground Truth. O endpoint
groundtruthlabeling é acessado pelo console do Ground Truth.

• iam— Necessário dar ao SageMaker console acesso às funções do IAM disponíveis e criar 
funções vinculadas ao serviço.

• kms— Necessário dar ao SageMaker console acesso às AWS KMS chaves disponíveis e 
recuperá-las para qualquer AWS KMS alias especificado em trabalhos e endpoints.

• lambda: permite que as entidades principais invoquem e obtenham uma lista de funções do AWS 
Lambda.

• logs— Necessário para permitir que SageMaker trabalhos e endpoints publiquem fluxos de 
registros.

• redshift: permite que as entidades principais acessem as credenciais do cluster Amazon 
Redshift.

• redshift-data: permite que as entidades principais usem dados do Amazon Redshift para 
executar, descrever e cancelar declarações; obter resultados de declarações; e listar esquemas e 
tabelas.

• robomaker— Permite que os diretores tenham acesso total para criar, obter descrições e excluir 
aplicativos e trabalhos de AWS RoboMaker simulação. Isso também é necessário para executar 
exemplos de aprendizado por reforço em instâncias de cadernos.

• s3, s3express— Permite que os diretores tenham acesso total aos recursos do Amazon S3 e 
do Amazon S3 Express relacionados, mas não a todos, SageMaker ao Amazon S3 ou ao Amazon 
S3 Express.

• sagemaker— Permite que os diretores listem tags nos perfis de SageMaker usuário e adicionem 
tags aos SageMaker aplicativos. Permite acesso somente às SageMaker definições de fluxo do 
sagemaker: WorkteamType “multidão privada” ou “multidão de fornecedores”.

• sagemakere sagemaker-geospatial — Permite que os diretores tenham acesso somente de 
leitura a SageMaker domínios e perfis de usuário.

• secretsmanager: concede às entidades principais acesso total ao AWS Secrets Manager. As 
entidades principais podem criptografar, armazenar e recuperar credenciais com segurança para 
bancos de dados e outros serviços. Isso também é necessário para instâncias de SageMaker 
notebook com repositórios de SageMaker código que usam GitHub.

• servicecatalog: permite que as entidades principais usem o Service Catalog. As entidades 
principais podem criar, obter uma lista, atualizar ou encerrar produtos provisionados, como 
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servidores, bancos de dados, sites ou aplicações implantadas usando recursos da AWS. Isso é 
necessário para que a SageMaker JumpStart And Projects encontre e leia os produtos do catálogo 
de serviços e lance AWS recursos nos usuários.

• sns: permite que as entidades principais visualizem uma lista de tópicos do Amazon SNS. Isso é 
necessário para endpoints com inferência assíncrona habilitada para notificar os usuários de que 
sua inferência foi concluída.

• states— Necessário para SageMaker JumpStart que os Pipelines usem um catálogo de serviços 
para criar recursos de função de etapas.

• tag— Necessário para que SageMaker os pipelines sejam renderizados no Studio Classic. O 
Studio Classic precisa de recursos marcados com uma chave sagemaker:project-id de tag 
específica. Isso requer a permissão tag:GetResources.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "AllowAllNonAdminSageMakerActions", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:*", 
        "sagemaker-geospatial:*" 
      ], 
      "NotResource": [ 
        "arn:aws:sagemaker:*:*:domain/*", 
        "arn:aws:sagemaker:*:*:user-profile/*", 
        "arn:aws:sagemaker:*:*:app/*", 
        "arn:aws:sagemaker:*:*:space/*", 
        "arn:aws:sagemaker:*:*:flow-definition/*" 
      ] 
    }, 
    { 
      "Sid": "AllowAddTagsForApp", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:app/*" 
      ] 
    }, 
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    { 
      "Sid": "AllowStudioActions", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreatePresignedDomainUrl", 
        "sagemaker:DescribeDomain", 
        "sagemaker:ListDomains", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:DescribeSpace", 
        "sagemaker:ListSpaces", 
        "sagemaker:DescribeApp", 
        "sagemaker:ListApps" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "AllowAppActionsForUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:app/*/*/*/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowAppActionsForSharedSpaces", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:app/${sagemaker:DomainId}/*/*/*", 
      "Condition": { 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Shared" 
          ] 
        } 

AWSPolíticas gerenciadas para SageMaker 6063



Amazon SageMaker Guia do Desenvolvedor

      } 
    }, 
    { 
      "Sid": "AllowMutatingActionsOnSharedSpacesWithoutOwner", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:space/${sagemaker:DomainId}/*", 
      "Condition": { 
        "Null": { 
          "sagemaker:OwnerUserProfileArn": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "RestrictMutatingActionsOnSpacesToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateSpace", 
        "sagemaker:UpdateSpace", 
        "sagemaker:DeleteSpace" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:space/${sagemaker:DomainId}/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:*:*:user-profile/
${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private", 
            "Shared" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "RestrictMutatingActionsOnPrivateSpaceAppsToOwnerUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateApp", 
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        "sagemaker:DeleteApp" 
      ], 
      "Resource": "arn:aws:sagemaker:*:*:app/${sagemaker:DomainId}/*/*/*", 
      "Condition": { 
        "ArnLike": { 
          "sagemaker:OwnerUserProfileArn": "arn:aws:sagemaker:*:*:user-profile/
${sagemaker:DomainId}/${sagemaker:UserProfileName}" 
        }, 
        "StringEquals": { 
          "sagemaker:SpaceSharingType": [ 
            "Private" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "AllowFlowDefinitionActions", 
      "Effect": "Allow", 
      "Action": "sagemaker:*", 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:flow-definition/*" 
      ], 
      "Condition": { 
        "StringEqualsIfExists": { 
          "sagemaker:WorkteamType": [ 
            "private-crowd", 
            "vendor-crowd" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "AllowAWSServiceActions", 
      "Effect": "Allow", 
      "Action": [ 
        "application-autoscaling:DeleteScalingPolicy", 
        "application-autoscaling:DeleteScheduledAction", 
        "application-autoscaling:DeregisterScalableTarget", 
        "application-autoscaling:DescribeScalableTargets", 
        "application-autoscaling:DescribeScalingActivities", 
        "application-autoscaling:DescribeScalingPolicies", 
        "application-autoscaling:DescribeScheduledActions", 
        "application-autoscaling:PutScalingPolicy", 
        "application-autoscaling:PutScheduledAction", 
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        "application-autoscaling:RegisterScalableTarget", 
        "aws-marketplace:ViewSubscriptions", 
        "cloudformation:GetTemplateSummary", 
        "cloudwatch:DeleteAlarms", 
        "cloudwatch:DescribeAlarms", 
        "cloudwatch:GetMetricData", 
        "cloudwatch:GetMetricStatistics", 
        "cloudwatch:ListMetrics", 
        "cloudwatch:PutMetricAlarm", 
        "cloudwatch:PutMetricData", 
        "codecommit:BatchGetRepositories", 
        "codecommit:CreateRepository", 
        "codecommit:GetRepository", 
        "codecommit:List*", 
        "cognito-idp:AdminAddUserToGroup", 
        "cognito-idp:AdminCreateUser", 
        "cognito-idp:AdminDeleteUser", 
        "cognito-idp:AdminDisableUser", 
        "cognito-idp:AdminEnableUser", 
        "cognito-idp:AdminRemoveUserFromGroup", 
        "cognito-idp:CreateGroup", 
        "cognito-idp:CreateUserPool", 
        "cognito-idp:CreateUserPoolClient", 
        "cognito-idp:CreateUserPoolDomain", 
        "cognito-idp:DescribeUserPool", 
        "cognito-idp:DescribeUserPoolClient", 
        "cognito-idp:List*", 
        "cognito-idp:UpdateUserPool", 
        "cognito-idp:UpdateUserPoolClient", 
        "ec2:CreateNetworkInterface", 
        "ec2:CreateNetworkInterfacePermission", 
        "ec2:CreateVpcEndpoint", 
        "ec2:DeleteNetworkInterface", 
        "ec2:DeleteNetworkInterfacePermission", 
        "ec2:DescribeDhcpOptions", 
        "ec2:DescribeNetworkInterfaces", 
        "ec2:DescribeRouteTables", 
        "ec2:DescribeSecurityGroups", 
        "ec2:DescribeSubnets", 
        "ec2:DescribeVpcEndpoints", 
        "ec2:DescribeVpcs", 
        "ecr:BatchCheckLayerAvailability", 
        "ecr:BatchGetImage", 
        "ecr:CreateRepository", 
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        "ecr:Describe*", 
        "ecr:GetAuthorizationToken", 
        "ecr:GetDownloadUrlForLayer", 
        "ecr:StartImageScan", 
        "elastic-inference:Connect", 
        "elasticfilesystem:DescribeFileSystems", 
        "elasticfilesystem:DescribeMountTargets", 
        "fsx:DescribeFileSystems", 
        "glue:CreateJob", 
        "glue:DeleteJob", 
        "glue:GetJob*", 
        "glue:GetTable*", 
        "glue:GetWorkflowRun", 
        "glue:ResetJobBookmark", 
        "glue:StartJobRun", 
        "glue:StartWorkflowRun", 
        "glue:UpdateJob", 
        "groundtruthlabeling:*", 
        "iam:ListRoles", 
        "kms:DescribeKey", 
        "kms:ListAliases", 
        "lambda:ListFunctions", 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:Describe*", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:ListLogDeliveries", 
        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery", 
        "robomaker:CreateSimulationApplication", 
        "robomaker:DescribeSimulationApplication", 
        "robomaker:DeleteSimulationApplication", 
        "robomaker:CreateSimulationJob", 
        "robomaker:DescribeSimulationJob", 
        "robomaker:CancelSimulationJob", 
        "secretsmanager:ListSecrets", 
        "servicecatalog:Describe*", 
        "servicecatalog:List*", 
        "servicecatalog:ScanProvisionedProducts", 
        "servicecatalog:SearchProducts", 
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        "servicecatalog:SearchProvisionedProducts", 
        "sns:ListTopics", 
        "tag:GetResources" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "AllowECRActions", 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:SetRepositoryPolicy", 
        "ecr:CompleteLayerUpload", 
        "ecr:BatchDeleteImage", 
        "ecr:UploadLayerPart", 
        "ecr:DeleteRepositoryPolicy", 
        "ecr:InitiateLayerUpload", 
        "ecr:DeleteRepository", 
        "ecr:PutImage" 
      ], 
      "Resource": [ 
        "arn:aws:ecr:*:*:repository/*sagemaker*" 
      ] 
    }, 
    { 
      "Sid": "AllowCodeCommitActions", 
      "Effect": "Allow", 
      "Action": [ 
        "codecommit:GitPull", 
        "codecommit:GitPush" 
      ], 
      "Resource": [ 
        "arn:aws:codecommit:*:*:*sagemaker*", 
        "arn:aws:codecommit:*:*:*SageMaker*", 
        "arn:aws:codecommit:*:*:*Sagemaker*" 
      ] 
    }, 
    { 
      "Sid": "AllowCodeBuildActions", 
      "Action": [ 
        "codebuild:BatchGetBuilds", 
        "codebuild:StartBuild" 
      ], 
      "Resource": [ 
        "arn:aws:codebuild:*:*:project/sagemaker*", 
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        "arn:aws:codebuild:*:*:build/*" 
      ], 
      "Effect": "Allow" 
    }, 
    { 
      "Sid": "AllowStepFunctionsActions", 
      "Action": [ 
        "states:DescribeExecution", 
        "states:GetExecutionHistory", 
        "states:StartExecution", 
        "states:StopExecution", 
        "states:UpdateStateMachine" 
      ], 
      "Resource": [ 
        "arn:aws:states:*:*:statemachine:*sagemaker*", 
        "arn:aws:states:*:*:execution:*sagemaker*:*" 
      ], 
      "Effect": "Allow" 
    }, 
    { 
      "Sid": "AllowSecretManagerActions", 
      "Effect": "Allow", 
      "Action": [ 
        "secretsmanager:DescribeSecret", 
        "secretsmanager:GetSecretValue", 
        "secretsmanager:CreateSecret" 
      ], 
      "Resource": [ 
        "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
      ] 
    }, 
    { 
      "Sid": "AllowReadOnlySecretManagerActions", 
      "Effect": "Allow", 
      "Action": [ 
        "secretsmanager:DescribeSecret", 
        "secretsmanager:GetSecretValue" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "secretsmanager:ResourceTag/SageMaker": "true" 
        } 
      } 
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    }, 
    { 
      "Sid": "AllowServiceCatalogProvisionProduct", 
      "Effect": "Allow", 
      "Action": [ 
        "servicecatalog:ProvisionProduct" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "AllowServiceCatalogTerminateUpdateProvisionProduct", 
      "Effect": "Allow", 
      "Action": [ 
        "servicecatalog:TerminateProvisionedProduct", 
        "servicecatalog:UpdateProvisionedProduct" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "servicecatalog:userLevel": "self" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3ObjectActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject", 
        "s3:PutObject", 
        "s3:DeleteObject", 
        "s3:AbortMultipartUpload" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*SageMaker*", 
        "arn:aws:s3:::*Sagemaker*", 
        "arn:aws:s3:::*sagemaker*", 
        "arn:aws:s3:::*aws-glue*" 
      ] 
    }, 
    { 
      "Sid": "AllowS3GetObjectWithSageMakerExistingObjectTag", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject" 
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      ], 
      "Resource": [ 
        "arn:aws:s3:::*" 
      ], 
      "Condition": { 
        "StringEqualsIgnoreCase": { 
          "s3:ExistingObjectTag/SageMaker": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3GetObjectWithServiceCatalogProvisioningExistingObjectTag", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "s3:ExistingObjectTag/servicecatalog:provisioning": "true" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3BucketActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
        "s3:GetBucketLocation", 
        "s3:ListBucket", 
        "s3:ListAllMyBuckets", 
        "s3:GetBucketCors", 
        "s3:PutBucketCors" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Sid": "AllowS3BucketACL", 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetBucketAcl", 
        "s3:PutObjectAcl" 
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      ], 
      "Resource": [ 
        "arn:aws:s3:::*SageMaker*", 
        "arn:aws:s3:::*Sagemaker*", 
        "arn:aws:s3:::*sagemaker*" 
      ] 
    }, 
    { 
      "Sid": "AllowLambdaInvokeFunction", 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:InvokeFunction" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:*SageMaker*", 
        "arn:aws:lambda:*:*:function:*sagemaker*", 
        "arn:aws:lambda:*:*:function:*Sagemaker*", 
        "arn:aws:lambda:*:*:function:*LabelingFunction*" 
      ] 
    }, 
    { 
      "Sid": "AllowCreateServiceLinkedRoleForSageMakerApplicationAutoscaling", 
      "Action": "iam:CreateServiceLinkedRole", 
      "Effect": "Allow", 
      "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
      "Condition": { 
        "StringLike": { 
          "iam:AWSServiceName": "sagemaker.application-autoscaling.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowCreateServiceLinkedRoleForRobomaker", 
      "Effect": "Allow", 
      "Action": "iam:CreateServiceLinkedRole", 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "iam:AWSServiceName": "robomaker.amazonaws.com" 
        } 
      } 
    }, 
    { 
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      "Sid": "AllowSNSActions", 
      "Effect": "Allow", 
      "Action": [ 
        "sns:Subscribe", 
        "sns:CreateTopic", 
        "sns:Publish" 
      ], 
      "Resource": [ 
        "arn:aws:sns:*:*:*SageMaker*", 
        "arn:aws:sns:*:*:*Sagemaker*", 
        "arn:aws:sns:*:*:*sagemaker*" 
      ] 
    }, 
    { 
      "Sid": "AllowPassRoleForSageMakerRoles", 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": "arn:aws:iam::*:role/*AmazonSageMaker*", 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": [ 
            "glue.amazonaws.com", 
            "robomaker.amazonaws.com", 
            "states.amazonaws.com" 
          ] 
        } 
      } 
    }, 
    { 
      "Sid": "AllowPassRoleToSageMaker", 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": "arn:aws:iam::*:role/*", 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": "sagemaker.amazonaws.com" 
        } 
      } 
    }, 
    { 

AWSPolíticas gerenciadas para SageMaker 6073



Amazon SageMaker Guia do Desenvolvedor

      "Sid": "AllowAthenaActions", 
      "Effect": "Allow", 
      "Action": [ 
        "athena:ListDataCatalogs", 
        "athena:ListDatabases", 
        "athena:ListTableMetadata", 
        "athena:GetQueryExecution", 
        "athena:GetQueryResults", 
        "athena:StartQueryExecution", 
        "athena:StopQueryExecution" 
      ], 
      "Resource": [ 
        "*" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueCreateTable", 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateTable" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:table/*/sagemaker_tmp_*", 
        "arn:aws:glue:*:*:table/sagemaker_featurestore/*", 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/*" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueUpdateTable", 
      "Effect": "Allow", 
      "Action": [ 
        "glue:UpdateTable" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:table/sagemaker_featurestore/*", 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/sagemaker_featurestore" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueDeleteTable", 
      "Effect": "Allow", 
      "Action": [ 
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        "glue:DeleteTable" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:table/*/sagemaker_tmp_*", 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/*" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueGetTablesAndDatabases", 
      "Effect": "Allow", 
      "Action": [ 
        "glue:GetDatabases", 
        "glue:GetTable", 
        "glue:GetTables" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:table/*", 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/*" 
      ] 
    }, 
    { 
      "Sid": "AllowGlueGetAndCreateDatabase", 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateDatabase", 
        "glue:GetDatabase" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/sagemaker_featurestore", 
        "arn:aws:glue:*:*:database/sagemaker_processing", 
        "arn:aws:glue:*:*:database/default", 
        "arn:aws:glue:*:*:database/sagemaker_data_wrangler" 
      ] 
    }, 
    { 
      "Sid": "AllowRedshiftDataActions", 
      "Effect": "Allow", 
      "Action": [ 
        "redshift-data:ExecuteStatement", 
        "redshift-data:DescribeStatement", 
        "redshift-data:CancelStatement", 
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        "redshift-data:GetStatementResult", 
        "redshift-data:ListSchemas", 
        "redshift-data:ListTables" 
      ], 
      "Resource": [ 
        "*" 
      ] 
    }, 
    { 
      "Sid": "AllowRedshiftGetClusterCredentials", 
      "Effect": "Allow", 
      "Action": [ 
        "redshift:GetClusterCredentials" 
      ], 
      "Resource": [ 
        "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*", 
        "arn:aws:redshift:*:*:dbname:*" 
      ] 
    }, 
    { 
      "Sid": "AllowListTagsForUserProfile", 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:ListTags" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:user-profile/*" 
      ] 
    }, 
    { 
      "Sid": "AllowCloudformationListStackResources", 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:ListStackResources" 
      ], 
      "Resource": "arn:aws:cloudformation:*:*:stack/SC-*" 
    }, 
    { 
      "Sid": "AllowS3ExpressObjectActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3express:CreateSession" 
      ], 
      "Resource": [ 
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        "arn:aws:s3express:*:*:bucket/*SageMaker*", 
        "arn:aws:s3express:*:*:bucket/*Sagemaker*", 
        "arn:aws:s3express:*:*:bucket/*sagemaker*", 
        "arn:aws:s3express:*:*:bucket/*aws-glue*" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3ExpressCreateBucketActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3express:CreateBucket" 
      ], 
      "Resource": [ 
        "arn:aws:s3express:*:*:bucket/*SageMaker*", 
        "arn:aws:s3express:*:*:bucket/*Sagemaker*", 
        "arn:aws:s3express:*:*:bucket/*sagemaker*" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    }, 
    { 
      "Sid": "AllowS3ExpressListBucketActions", 
      "Effect": "Allow", 
      "Action": [ 
        "s3express:ListAllMyDirectoryBuckets" 
      ], 
      "Resource": "*" 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerReadOnly

Essa política concede acesso somente de leitura à Amazon SageMaker por meio do SDKAWS 
Management Console.
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Detalhes das permissões

Esta política inclui as seguintes permissões.

• application-autoscaling— Permite que os usuários procurem descrições de endpoints de 
inferência escaláveis SageMaker em tempo real.

• aws-marketplace: permite que os usuários visualizem as assinaturas do AWS AI Marketplace.

• cloudwatch— Permite que os usuários recebam CloudWatch alarmes.

• cognito-idp— Necessário para que o Amazon SageMaker Ground Truth busque descrições e 
listas de funcionários e equipes de trabalho privadas.

• ecr: necessário para extrair e armazenar artefatos do Docker para treinamento e inferência.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:Describe*", 
                "sagemaker:List*", 
                "sagemaker:BatchGetMetrics", 
                "sagemaker:GetDeviceRegistration", 
                "sagemaker:GetDeviceFleetReport", 
                "sagemaker:GetSearchSuggestions", 
                "sagemaker:BatchGetRecord", 
                "sagemaker:GetRecord", 
                "sagemaker:Search", 
                "sagemaker:QueryLineage", 
                "sagemaker:GetLineageGroupPolicy", 
                "sagemaker:BatchDescribeModelPackage", 
                "sagemaker:GetModelPackageGroupPolicy" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "application-autoscaling:DescribeScalableTargets", 
                "application-autoscaling:DescribeScalingActivities", 
                "application-autoscaling:DescribeScalingPolicies", 
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                "application-autoscaling:DescribeScheduledActions", 
                "aws-marketplace:ViewSubscriptions", 
                "cloudwatch:DescribeAlarms", 
                "cognito-idp:DescribeUserPool", 
                "cognito-idp:DescribeUserPoolClient", 
                "cognito-idp:ListGroups", 
                "cognito-idp:ListIdentityProviders", 
                "cognito-idp:ListUserPoolClients", 
                "cognito-idp:ListUserPools", 
                "cognito-idp:ListUsers", 
                "cognito-idp:ListUsersInGroup", 
                "ecr:Describe*" 
            ], 
            "Resource": "*" 
        } 
    ]
}

AWSpolíticas gerenciadas para o Amazon SageMaker Canvas

Essas políticas AWS gerenciadas adicionam as permissões necessárias para usar o Amazon 
SageMaker Canvas. As políticas estão disponíveis em sua AWS conta e são usadas por funções de 
execução criadas no SageMaker console.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerCanvasFullAccess

• AWSpolítica gerenciada: AmazonSageMakerCanvasDataPrepFull Acesso

• AWSpolítica gerenciada: AmazonSageMakerCanvasDirectDeployAccess

• AWSpolítica gerenciada: AmazonSageMakerCanvas IA ServicesAccess

• AWSpolítica gerenciada: AmazonSageMakerCanvasBedrockAccess

• AWSpolítica gerenciada: AmazonSageMakerCanvasForecastAccess

• Amazon SageMaker atualiza as políticas gerenciadas do Amazon SageMaker Canvas

AWSpolítica gerenciada: AmazonSageMakerCanvasFullAccess

Essa política concede permissões que permitem acesso total ao Amazon SageMaker Canvas por 
meio do AWS Management Console SDK. A política também fornece acesso seleto a serviços 
relacionados [por exemplo, Amazon Simple Storage Service (Amazon S3), (IAM)AWS Identity and 

AWSPolíticas gerenciadas para SageMaker 6079



Amazon SageMaker Guia do Desenvolvedor

Access Management, Amazon Virtual Private Cloud (Amazon VPC), Amazon Elastic Container 
Registry (Amazon ECR), Amazon Logs, Amazon Redshift, CloudWatch Amazon SageMaker 
Autopilot, Model Registry e Amazon AWS Secrets Manager Forecast SageMaker Forecast].

Esta política tem como objetivo ajudar os clientes a experimentar e começar com todos os recursos 
do SageMaker Canvas. Para um controle mais refinado, sugerimos que os clientes criem suas 
próprias versões com escopo reduzido à medida que migram para os workloads de produção. Para 
obter mais informações, consulte Tipos de política do IAM: como e quando usá-las.

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• sagemaker— Permite que os diretores criem e SageMaker hospedem modelos em recursos 
cujo ARN contém “Canvas”, “tela” ou “compilação de modelos”. Além disso, os usuários podem 
registrar seu modelo SageMaker Canvas no SageMaker Model Registry na mesma AWS conta.

• ec2: permite que as entidades principais criem endpoints da Amazon VPC.

• ecr: permite que as entidades principais obtenham informações sobre a imagem de um contêiner.

• glue: permite que as entidades principais obtenham as tabelas no catálogo.

• iam— Permite que os diretores passem uma função do IAM para a Amazon SageMaker e a 
Amazon Forecast. Também permite que os diretores criem uma função vinculada ao serviço.

• logs: permite que as entidades principais publiquem registros de trabalhos de treinamento e 
endpoints.

• s3: permite que as entidades principais adicionem e recuperem objetos de buckets do Amazon S3. 
Esses objetos são limitados àqueles cujo nome inclui "SageMaker“, “Sagemaker” ou “sagemaker”. 
Também permite que os diretores recuperem objetos dos buckets do Amazon S3 cujo ARN 
começa com jumpstart-cache-prod "-” em regiões específicas.

• secretsmanager: permite que as entidades principais armazenem as credenciais do cliente para 
se conectarem a um banco de dados do Snowflake usando o Secrets Manager.

• redshift: permite que as entidades principais obtenham credenciais para um administrador 
“sagemaker_access*” em qualquer cluster do Amazon Redshift, se esse usuário existir.

• redshift-data: permite que as entidades principais executem consultas no Amazon Redshift 
usando a API de dados do Amazon Redshift. Isso só fornece acesso às próprias APIs de dados 
do Redshift e não fornece acesso direto aos seus clusters do Amazon Redshift. Para obter mais 
informações, consulte Uso da API de dados do Amazon Redshift.

• forecast: permite que as entidades principais usem o Amazon Forecast.
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• application-autoscaling— Permite que os diretores escalem automaticamente um endpoint 
de SageMaker inferência.

• rds: permite que as entidades principais retornem informações sobre instâncias do Amazon RDS.

• cloudwatch— Permite que os diretores criem e gerenciem alarmes da Amazon CloudWatch .

• athena— Permite que os diretores criem, leiam e gerenciem consultas, catálogos e execuções do 
Amazon Athena.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "SageMakerUserDetailsAndPackageOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribeDomain", 
                "sagemaker:DescribeUserProfile", 
                "sagemaker:ListTags", 
                "sagemaker:ListModelPackages", 
                "sagemaker:ListModelPackageGroups", 
                "sagemaker:ListEndpoints" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SageMakerPackageGroupOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateModelPackageGroup", 
                "sagemaker:CreateModelPackage", 
                "sagemaker:DescribeModelPackageGroup", 
                "sagemaker:DescribeModelPackage" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:model-package/*", 
                "arn:aws:sagemaker:*:*:model-package-group/*" 
            ] 
        }, 
        { 
            "Sid": "SageMakerTrainingOperations", 
            "Effect": "Allow", 
            "Action": [ 
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                "sagemaker:CreateCompilationJob", 
                "sagemaker:CreateEndpoint", 
                "sagemaker:CreateEndpointConfig", 
                "sagemaker:CreateModel", 
                "sagemaker:CreateProcessingJob", 
                "sagemaker:CreateAutoMLJob", 
                "sagemaker:CreateAutoMLJobV2", 
                "sagemaker:DeleteEndpoint", 
                "sagemaker:DescribeCompilationJob", 
                "sagemaker:DescribeEndpoint", 
                "sagemaker:DescribeEndpointConfig", 
                "sagemaker:DescribeModel", 
                "sagemaker:DescribeProcessingJob", 
                "sagemaker:DescribeAutoMLJob", 
                "sagemaker:DescribeAutoMLJobV2", 
                "sagemaker:ListCandidatesForAutoMLJob", 
                "sagemaker:AddTags", 
                "sagemaker:DeleteApp" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:*Canvas*", 
                "arn:aws:sagemaker:*:*:*canvas*", 
                "arn:aws:sagemaker:*:*:*model-compilation-*" 
            ] 
        }, 
        { 
            "Sid": "SageMakerHostingOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DeleteEndpointConfig", 
                "sagemaker:DeleteModel", 
                "sagemaker:InvokeEndpoint", 
                "sagemaker:UpdateEndpointWeightsAndCapacities", 
                "sagemaker:InvokeEndpointAsync" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:*Canvas*", 
                "arn:aws:sagemaker:*:*:*canvas*" 
            ] 
        }, 
        { 
            "Sid": "EC2VPCOperation", 
            "Effect": "Allow", 
            "Action": [ 
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                "ec2:CreateVpcEndpoint", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeVpcEndpointServices" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "ECROperations", 
            "Effect": "Allow", 
            "Action": [ 
                "ecr:BatchGetImage", 
                "ecr:GetDownloadUrlForLayer", 
                "ecr:GetAuthorizationToken" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "IAMGetOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:GetRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*" 
        }, 
        { 
            "Sid": "IAMPassOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "sagemaker.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Sid": "LoggingOperation", 
            "Effect": "Allow", 
            "Action": [ 
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                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "arn:aws:logs:*:*:log-group:/aws/sagemaker/*" 
        }, 
        { 
            "Sid": "S3Operations", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:CreateBucket", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Sid": "ReadSageMakerJumpstartArtifacts", 
            "Effect": "Allow", 
            "Action": "s3:GetObject", 
            "Resource": [ 
                "arn:aws:s3:::jumpstart-cache-prod-us-west-2/*", 
                "arn:aws:s3:::jumpstart-cache-prod-us-east-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-us-east-2/*", 
                "arn:aws:s3:::jumpstart-cache-prod-eu-west-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-eu-central-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-south-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-northeast-2/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-northeast-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-southeast-1/*", 
                "arn:aws:s3:::jumpstart-cache-prod-ap-southeast-2/*" 
            ] 
        }, 
        { 
            "Sid": "S3ListOperations", 
            "Effect": "Allow", 
            "Action": [ 

AWSPolíticas gerenciadas para SageMaker 6084



Amazon SageMaker Guia do Desenvolvedor

                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "GlueOperations", 
            "Effect": "Allow", 
            "Action": "glue:SearchTables", 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*/*", 
                "arn:aws:glue:*:*:database/*", 
                "arn:aws:glue:*:*:catalog" 
            ] 
        }, 
        { 
            "Sid": "SecretsManagerARNBasedOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue", 
                "secretsmanager:CreateSecret", 
                "secretsmanager:PutResourcePolicy" 
            ], 
            "Resource": [ 
                "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
            ] 
        }, 
        { 
            "Sid": "SecretManagerTagBasedOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "secretsmanager:ResourceTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "RedshiftOperations", 
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            "Effect": "Allow", 
            "Action": [ 
                "redshift-data:ExecuteStatement", 
                "redshift-data:DescribeStatement", 
                "redshift-data:CancelStatement", 
                "redshift-data:GetStatementResult", 
                "redshift-data:ListSchemas", 
                "redshift-data:ListTables", 
                "redshift-data:DescribeTable" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "RedshiftGetCredentialsOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "redshift:GetClusterCredentials" 
            ], 
            "Resource": [ 
                "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*", 
                "arn:aws:redshift:*:*:dbname:*" 
            ] 
        }, 
        { 
            "Sid": "ForecastOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "forecast:CreateExplainabilityExport", 
                "forecast:CreateExplainability", 
                "forecast:CreateForecastEndpoint", 
                "forecast:CreateAutoPredictor", 
                "forecast:CreateDatasetImportJob", 
                "forecast:CreateDatasetGroup", 
                "forecast:CreateDataset", 
                "forecast:CreateForecast", 
                "forecast:CreateForecastExportJob", 
                "forecast:CreatePredictorBacktestExportJob", 
                "forecast:CreatePredictor", 
                "forecast:DescribeExplainabilityExport", 
                "forecast:DescribeExplainability", 
                "forecast:DescribeAutoPredictor", 
                "forecast:DescribeForecastEndpoint", 
                "forecast:DescribeDatasetImportJob", 
                "forecast:DescribeDataset", 
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                "forecast:DescribeForecast", 
                "forecast:DescribeForecastExportJob", 
                "forecast:DescribePredictorBacktestExportJob", 
                "forecast:GetAccuracyMetrics", 
                "forecast:InvokeForecastEndpoint", 
                "forecast:GetRecentForecastContext", 
                "forecast:DescribePredictor", 
                "forecast:TagResource", 
                "forecast:DeleteResourceTree" 
            ], 
            "Resource": [ 
                "arn:aws:forecast:*:*:*Canvas*" 
            ] 
        }, 
        { 
            "Sid": "RDSOperation", 
            "Effect": "Allow", 
            "Action": "rds:DescribeDBInstances", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "IAMPassOperationForForecast", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "forecast.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Sid": "AutoscalingOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "application-autoscaling:PutScalingPolicy", 
                "application-autoscaling:RegisterScalableTarget" 
            ], 
            "Resource": "arn:aws:application-autoscaling:*:*:scalable-target/*", 
            "Condition": { 
                "StringEquals": { 
                    "application-autoscaling:service-namespace": "sagemaker", 
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                    "application-autoscaling:scalable-dimension": 
 "sagemaker:variant:DesiredInstanceCount" 
                } 
            } 
        }, 
        { 
            "Sid": "AsyncEndpointOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:DescribeAlarms", 
                "sagemaker:DescribeEndpointConfig" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SageMakerCloudWatchUpdate", 
            "Effect": "Allow", 
            "Action": [ 
                "cloudwatch:PutMetricAlarm", 
                "cloudwatch:DeleteAlarms" 
            ], 
            "Resource": [ 
                "arn:aws:cloudwatch:*:*:alarm:TargetTracking*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "aws:CalledViaLast": "application-autoscaling.amazonaws.com" 
                } 
            } 
        }, 
        { 
            "Sid": "AutoscalingSageMakerEndpointOperation", 
            "Action": "iam:CreateServiceLinkedRole", 
            "Effect": "Allow", 
            "Resource": "arn:aws:iam::*:role/aws-service-role/sagemaker.application-
autoscaling.amazonaws.com/AWSServiceRoleForApplicationAutoScaling_SageMakerEndpoint", 
            "Condition": { 
                "StringLike": { 
                    "iam:AWSServiceName": "sagemaker.application-
autoscaling.amazonaws.com" 
                } 
            } 
        } 
    ]
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}

AWSpolítica gerenciada: AmazonSageMakerCanvasDataPrepFull Acesso

Essa política concede permissões que permitem acesso total à funcionalidade de preparação de 
dados do Amazon SageMaker Canvas. A política também fornece permissões de privilégio mínimo 
para os serviços que se integram à funcionalidade de preparação de dados [por exemplo, Amazon 
Simple Storage Service (Amazon S3), (AWS Identity and Access ManagementIAM), Amazon EMR, 
Amazon, Amazon EventBridge Redshift, () e]. AWS Key Management Service AWS KMS AWS 
Secrets Manager

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• sagemaker— permite que os diretores acessem trabalhos de processamento, trabalhos de 
treinamento, pipelines de inferência, trabalhos de AutoML e grupos de recursos.

• athena— Permite que os diretores consultem uma lista de catálogos de dados, bancos de dados 
e metadados de tabelas do Amazon Athena.

• elasticmapreduce— Permite que os diretores leiam e listem clusters do Amazon EMR.

• events— Permite que os diretores criem, leiam, atualizem e adicionem metas às EventBridge 
regras da Amazon para trabalhos agendados.

• glue— Permite que os diretores obtenham e pesquisem tabelas de bancos de dados no AWS 
Glue catálogo.

• iam— Permite que os diretores passem uma função do IAM para a Amazon SageMaker e. 
EventBridge

• kms— permite que os diretores recuperem AWS KMS aliases armazenados em tarefas e 
endpoints e acessem a chave KMS associada.

• logs: permite que as entidades principais publiquem registros de trabalhos de treinamento e 
endpoints.

• redshift— Permite que os diretores obtenham credenciais para acessar um banco de dados do 
Amazon Redshift.

• redshift-data— Permite que os diretores executem, cancelem, descrevam, listem e obtenham 
os resultados das consultas do Amazon Redshift. Também permite que os diretores listem 
esquemas e tabelas do Amazon Redshift.
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• s3: permite que as entidades principais adicionem e recuperem objetos de buckets do Amazon S3. 
Esses objetos são limitados àqueles cujo nome inclui "SageMaker“, “Sagemaker” ou “sagemaker”; 
ou estão marcados com "SageMaker“, sem distinção entre maiúsculas e minúsculas.

• secretsmanager— Permite que os diretores armazenem e recuperem as credenciais do banco 
de dados do cliente usando o Secrets Manager.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "SageMakerListFeatureGroupOperation", 
            "Effect": "Allow", 
            "Action": "sagemaker:ListFeatureGroups", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "SageMakerFeatureGroupOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateFeatureGroup", 
                "sagemaker:DescribeFeatureGroup" 
            ], 
            "Resource": "arn:aws:sagemaker:*:*:feature-group/*" 
        }, 
        { 
            "Sid": "SageMakerProcessingJobOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateProcessingJob", 
                "sagemaker:DescribeProcessingJob", 
                "sagemaker:AddTags" 
            ], 
            "Resource": "arn:aws:sagemaker:*:*:processing-job/*canvas-data-prep*" 
        }, 
        { 
            "Sid": "SageMakerProcessingJobListOperation", 
            "Effect": "Allow", 
            "Action": "sagemaker:ListProcessingJobs", 
            "Resource": "*" 
        }, 
        { 
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            "Sid": "SageMakerPipelineOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:DescribePipeline", 
                "sagemaker:CreatePipeline", 
                "sagemaker:UpdatePipeline", 
                "sagemaker:DeletePipeline", 
                "sagemaker:StartPipelineExecution", 
                "sagemaker:ListPipelineExecutionSteps", 
                "sagemaker:DescribePipelineExecution" 
            ], 
            "Resource": "arn:aws:sagemaker:*:*:pipeline/*canvas-data-prep*" 
        }, 
        { 
            "Sid": "KMSListOperations", 
            "Effect": "Allow", 
            "Action": "kms:ListAliases", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "KMSOperations", 
            "Effect": "Allow", 
            "Action": "kms:DescribeKey", 
            "Resource": "arn:aws:kms:*:*:key/*" 
        }, 
        { 
            "Sid": "S3Operations", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:DeleteObject", 
                "s3:GetBucketCors", 
                "s3:GetBucketLocation", 
                "s3:AbortMultipartUpload" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceAccount": "${aws:PrincipalAccount}" 
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                } 
            } 
        }, 
        { 
            "Sid": "S3GetObjectOperation", 
            "Effect": "Allow", 
            "Action": "s3:GetObject", 
            "Resource": "arn:aws:s3:::*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                }, 
                "StringEquals": { 
                    "aws:ResourceAccount": "${aws:PrincipalAccount}" 
                } 
            } 
        }, 
        { 
            "Sid": "S3ListOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "IAMListOperations", 
            "Effect": "Allow", 
            "Action": "iam:ListRoles", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "IAMGetOperations", 
            "Effect": "Allow", 
            "Action": "iam:GetRole", 
            "Resource": "arn:aws:iam::*:role/*" 
        }, 
        { 
            "Sid": "IAMPassOperation", 
            "Effect": "Allow", 
            "Action": "iam:PassRole", 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
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                "StringEquals": { 
                    "iam:PassedToService": [ 
                        "sagemaker.amazonaws.com", 
                        "events.amazonaws.com" 
                    ] 
                } 
            } 
        }, 
        { 
            "Sid": "EventBridgePutOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "events:PutRule" 
            ], 
            "Resource": "arn:aws:events:*:*:rule/*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:RequestTag/sagemaker:is-canvas-data-prep-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "EventBridgeOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "events:DescribeRule", 
                "events:PutTargets" 
            ], 
            "Resource": "arn:aws:events:*:*:rule/*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/sagemaker:is-canvas-data-prep-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "EventBridgeTagBasedOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "events:TagResource" 
            ], 
            "Resource": "arn:aws:events:*:*:rule/*", 
            "Condition": { 
                "StringEquals": { 
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                    "aws:RequestTag/sagemaker:is-canvas-data-prep-job": "true", 
                    "aws:ResourceTag/sagemaker:is-canvas-data-prep-job": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "EventBridgeListTagOperation", 
            "Effect": "Allow", 
            "Action": "events:ListTagsForResource", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "GlueOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "glue:GetDatabases", 
                "glue:GetTable", 
                "glue:GetTables", 
                "glue:SearchTables" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:table/*", 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/*" 
            ] 
        }, 
        { 
            "Sid": "EMROperations", 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:ListInstanceGroups" 
            ], 
            "Resource": "arn:aws:elasticmapreduce:*:*:cluster/*" 
        }, 
        { 
            "Sid": "EMRListOperation", 
            "Effect": "Allow", 
            "Action": "elasticmapreduce:ListClusters", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AthenaListDataCatalogOperation", 
            "Effect": "Allow", 
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            "Action": "athena:ListDataCatalogs", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "AthenaQueryExecutionOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "athena:GetQueryExecution", 
                "athena:GetQueryResults", 
                "athena:StartQueryExecution", 
                "athena:StopQueryExecution" 
            ], 
            "Resource": "arn:aws:athena:*:*:workgroup/*" 
        }, 
        { 
            "Sid": "AthenaDataCatalogOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "athena:ListDatabases", 
                "athena:ListTableMetadata" 
            ], 
            "Resource": "arn:aws:athena:*:*:datacatalog/*" 
        }, 
        { 
            "Sid": "RedshiftOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "redshift-data:DescribeStatement", 
                "redshift-data:CancelStatement", 
                "redshift-data:GetStatementResult" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "RedshiftArnBasedOperations", 
            "Effect": "Allow", 
            "Action": [ 
                "redshift-data:ExecuteStatement", 
                "redshift-data:ListSchemas", 
                "redshift-data:ListTables" 
            ], 
            "Resource": "arn:aws:redshift:*:*:cluster:*" 
        }, 
        { 
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            "Sid": "RedshiftGetCredentialsOperation", 
            "Effect": "Allow", 
            "Action": "redshift:GetClusterCredentials", 
            "Resource": [ 
                "arn:aws:redshift:*:*:dbuser:*/sagemaker_access*", 
                "arn:aws:redshift:*:*:dbname:*" 
            ] 
        }, 
        { 
            "Sid": "SecretsManagerARNBasedOperation", 
            "Effect": "Allow", 
            "Action": "secretsmanager:CreateSecret", 
            "Resource": "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*" 
        }, 
        { 
            "Sid": "SecretManagerTagBasedOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "secretsmanager:DescribeSecret", 
                "secretsmanager:GetSecretValue" 
            ], 
            "Resource": "arn:aws:secretsmanager:*:*:secret:AmazonSageMaker-*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/SageMaker": "true", 
                    "aws:ResourceAccount": "${aws:PrincipalAccount}" 
                } 
            } 
        }, 
        { 
            "Sid": "RDSOperation", 
            "Effect": "Allow", 
            "Action": "rds:DescribeDBInstances", 
            "Resource": "*" 
        }, 
        { 
            "Sid": "LoggingOperation", 
            "Effect": "Allow", 
            "Action": [ 
                "logs:CreateLogGroup", 
                "logs:CreateLogStream", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "arn:aws:logs:*:*:log-group:/aws/sagemaker/studio:*" 
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        } 
    ]
}

AWSpolítica gerenciada: AmazonSageMakerCanvasDirectDeployAccess

Essa política concede as permissões necessárias para que o Amazon SageMaker Canvas crie e 
gerencie SageMaker endpoints da Amazon.

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• sagemaker— Permite que os diretores criem e gerenciem SageMaker endpoints com um nome 
de recurso ARN que comece com “Canvas” ou “canvas”.

• cloudwatch— Permite que os diretores recuperem dados CloudWatch métricos da Amazon.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "SageMakerEndpointPerms", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateEndpoint", 
                "sagemaker:CreateEndpointConfig", 
                "sagemaker:DeleteEndpoint", 
                "sagemaker:DescribeEndpoint", 
                "sagemaker:DescribeEndpointConfig", 
                "sagemaker:InvokeEndpoint", 
                "sagemaker:UpdateEndpoint" 
            ], 
            "Resource": [ 
                "arn:aws:sagemaker:*:*:Canvas*", 
                "arn:aws:sagemaker:*:*:canvas*" 
            ] 
        }, 
        { 
            "Sid": "ReadCWInvocationMetrics", 
            "Effect": "Allow", 
            "Action": "cloudwatch:GetMetricData", 
            "Resource": "*" 
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        } 
    ]
}

AWSpolítica gerenciada: AmazonSageMakerCanvas IA ServicesAccess

Essa política concede permissões para o Amazon SageMaker Canvas usar o Amazon Textract, o 
Amazon Rekognition, o Amazon Comprehend e o Amazon Bedrock.

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• textract: permite que as entidades principais usem o Amazon Textract para detectar 
documentos, gastos e identidades em uma imagem.

• rekognition: permite que as entidades principais usem o Amazon Rekognition para detectar 
rótulos e texto em uma imagem.

• comprehend: permite que as entidades principais usem o Amazon Comprehend para detectar 
sentimentos, linguagem dominante e entidades de informações de identificação pessoal (PII) e 
nomeadas em um documento de texto.

• bedrock: permite que as entidades principais usem o Amazon Bedrock para listar e invocar 
modelos básicos.

• iam— Permite que os diretores passem uma função do IAM para o Amazon Bedrock.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Textract", 
            "Effect": "Allow", 
            "Action": [ 
                "textract:AnalyzeDocument", 
                "textract:AnalyzeExpense", 
                "textract:AnalyzeID", 
                "textract:StartDocumentAnalysis", 
                "textract:StartExpenseAnalysis", 
                "textract:GetDocumentAnalysis", 
                "textract:GetExpenseAnalysis" 
            ], 
            "Resource": "*" 
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        }, 
        { 
            "Sid": "Rekognition", 
            "Effect": "Allow", 
            "Action": [ 
                "rekognition:DetectLabels", 
                "rekognition:DetectText" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Comprehend", 
            "Effect": "Allow", 
            "Action": [ 
                "comprehend:BatchDetectDominantLanguage", 
                "comprehend:BatchDetectEntities", 
                "comprehend:BatchDetectSentiment", 
                "comprehend:DetectPiiEntities", 
                "comprehend:DetectEntities", 
                "comprehend:DetectSentiment", 
                "comprehend:DetectDominantLanguage" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "Bedrock", 
            "Effect": "Allow", 
            "Action": [ 
                "bedrock:InvokeModel", 
                "bedrock:ListFoundationModels", 
                "bedrock:InvokeModelWithResponseStream" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "CreateBedrockResourcesPermission", 
            "Effect": "Allow", 
            "Action": [ 
                "bedrock:CreateModelCustomizationJob", 
                "bedrock:CreateProvisionedModelThroughput", 
                "bedrock:TagResource" 
            ], 
            "Resource": [ 
                "arn:aws:bedrock:*:*:model-customization-job/*", 
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                "arn:aws:bedrock:*:*:custom-model/*", 
                "arn:aws:bedrock:*:*:provisioned-model/*" 
            ], 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:TagKeys": [ 
                        "SageMaker", 
                        "Canvas" 
                    ] 
                }, 
                "StringEquals": { 
                    "aws:RequestTag/SageMaker": "true", 
                    "aws:RequestTag/Canvas": "true", 
                    "aws:ResourceTag/SageMaker": "true", 
                    "aws:ResourceTag/Canvas": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "GetStopAndDeleteBedrockResourcesPermission", 
            "Effect": "Allow", 
            "Action": [ 
                "bedrock:GetModelCustomizationJob", 
                "bedrock:GetCustomModel", 
                "bedrock:GetProvisionedModelThroughput", 
                "bedrock:StopModelCustomizationJob", 
                "bedrock:DeleteProvisionedModelThroughput" 
            ], 
            "Resource": [ 
                "arn:aws:bedrock:*:*:model-customization-job/*", 
                "arn:aws:bedrock:*:*:custom-model/*", 
                "arn:aws:bedrock:*:*:provisioned-model/*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "aws:ResourceTag/SageMaker": "true", 
                    "aws:ResourceTag/Canvas": "true" 
                } 
            } 
        }, 
        { 
            "Sid": "FoundationModelPermission", 
            "Effect": "Allow", 
            "Action": [ 
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                "bedrock:CreateModelCustomizationJob" 
            ], 
            "Resource": [ 
                "arn:aws:bedrock:*::foundation-model/*" 
            ] 
        }, 
        { 
            "Sid": "BedrockFineTuningPassRole", 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": [ 
                "arn:aws:iam::*:role/*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": "bedrock.amazonaws.com" 
                } 
            } 
        } 
    ]
}

AWSpolítica gerenciada: AmazonSageMakerCanvasBedrockAccess

Essa política concede as permissões normalmente necessárias para usar o Amazon SageMaker 
Canvas com o Amazon Bedrock.

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• s3— Permite que os diretores adicionem e recuperem objetos dos buckets do Amazon S3 no 
diretório “SageMaker-*/Canvas”.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "S3CanvasAccess", 
            "Effect": "Allow", 
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            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-*/Canvas", 
                "arn:aws:s3:::sagemaker-*/Canvas/*" 
            ] 
        }, 
        { 
            "Sid": "S3BucketAccess", 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-*" 
            ] 
        } 
    ]
}

AWSpolítica gerenciada: AmazonSageMakerCanvasForecastAccess

Essa política concede as permissões normalmente necessárias para usar o Amazon SageMaker 
Canvas com o Amazon Forecast.

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• s3: permite que as entidades principais adicionem e recuperem objetos de buckets do Amazon S3. 
Esses objetos são limitados àqueles cujo nome começa com “sagemaker-”.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject" 
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            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-*/Canvas", 
                "arn:aws:s3:::sagemaker-*/canvas" 
            ] 
        } 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::sagemaker-*" 
            ] 
        } 
    ]
}

Amazon SageMaker atualiza as políticas gerenciadas do Amazon SageMaker Canvas

Veja detalhes sobre as atualizações das políticas AWS gerenciadas do SageMaker Canvas desde 
que esse serviço começou a rastrear essas mudanças.

Política Version 
(Versão)

Alteração Data

AmazonSageMakerCan 
vasBedrockAccess - 
Nova política

1 Política inicial 2 de fevereiro de 2024

AmazonSageMakerCan 
vasFullAccess - Atualizaç 
ão em uma política 
existente

9 Adicione a permissão
sagemaker:ListEndp 
oints .

24 de janeiro de 2024

AmazonSageMakerCan 
vasFullAccess - Atualizaç 
ão de uma política 
existente

8 Adicionesagemaker 
:UpdateEn 
dpointWei 
ghtsAndCa 
pacities ,sagemaker 

8 de dezembro de 2023
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Política Version 
(Versão)

Alteração Data

:Describe 
EndpointC 
onfig ,sagemaker 
:InvokeEn 
dpointAsy 
nc ,athena:Li 
stDataCat 
alogs ,athena:Ge 
tQueryExecution ,
athena:GetQueryRes 
ults athena:St 
artQueryE 
xecution ,athena:St 
opQueryEx 
ecution ,athena:Li 
stDatabas 
es ,cloudwatc 
h:Describ 
eAlarms ,cloudwatc 
h:PutMetr 
icAlarm ,cloudwatc 
h:DeleteAlarms , e
iam:CreateServiceL 
inkedRole  permissõe 
s.

AmazonSageMakerCan 
vasDataPrepFullAcesso
- Atualização em uma 
política existente

2 Pequena atualizaç 
ão para reforçar as 
intenções da política 
anterior, versão 1; 
nenhuma permissão foi 
adicionada ou excluída.

7 de dezembro de 2023
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerCan 
vasIA ServicesAccess
- Atualização em uma 
política existente

3 Adicionebedrock:I 
nvokeMode 
lWithResp 
onseStrea 
m ,bedrock:G 
etModelCu 
stomizati 
onJob ,bedrock:S 
topModelC 
ustomizat 
ionJob ,bedrock:G 
etCustomModel ,
bedrock:GetProvisi 
onedModel 
Throughpu 
t bedrock:D 
eleteProv 
isionedMo 
delThroug 
hput ,bedrock:T 
agResourc 
e ,bedrock:C 
reateMode 
lCustomiz 
ationJob ,bedrock:C 
reateProv 
isionedMo 
delThroughput , 
e iam:PassRole
permissões.

29 de novembro de 2023
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerCan 
vasDataPrepFullAcesso - 
Nova política

1 Política inicial 26 de outubro de 2023

AmazonSageMakerCan 
vasDirectDeployAccess - 
Nova política

1 Política inicial 6 de outubro de 2023

AmazonSageMakerCan 
vasFullAccess - Atualizaç 
ão de uma política 
existente

7 Adicione permissões
sagemaker:DeleteEn 
dpointConfig ,
sagemaker:DeleteMo 
del  e sagemaker 
:InvokeEndpoint . 
Adicione também
s3:GetObject
permissão para 
SageMaker JumpStart 
recursos em regiões 
específicas.

29 de setembro de 2023

AmazonSageMakerCan 
vasAI ServicesAccess 
- Atualização de uma 
política existente

2 Adicione permissõe 
s bedrock:I 
nvokeModel  e
bedrock:ListFounda 
tionModels .

29 de setembro de 2023

AmazonSageMakerCan 
vasFullAccess - Atualizaç 
ão de uma política 
existente

6 Adicione a permissão
rds:DescribeDBInst 
ances .

29 de agosto de 2023
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerCan 
vasFullAccess - Atualizaç 
ão de uma política 
existente

5 Adicione permissõe 
s application-
autoscaling:Put 
ScalingPolicy
e application-
autoscaling:Reg 
isterScal 
ableTarget .

24 de julho de 2023

AmazonSageMakerCan 
vasFullAccess - Atualizaç 
ão de uma política 
existente

4 Adicione permissões
sagemaker:CreateMo 
delPackage ,
sagemaker:CreateMo 
delPackageGroup ,
sagemaker:Describe 
ModelPackage ,
sagemaker:Describe 
ModelPack 
ageGroup , sagemaker 
:ListMode 
lPackages  e
sagemaker:ListMode 
lPackageGroups .

4 de maio de 2023

AmazonSageMakerCan 
vasFullAccess - Atualizaç 
ão de uma política 
existente

3 Adicione permissões
sagemaker:CreateAu 
toMLJobV2 ,
sagemaker:Describe 
AutoMLJobV2  e
glue:SearchTables .

24 de março de 2023

AmazonSageMakerCan 
vasIA ServicesAccess - 
Nova política

1 Política inicial 23 de março de 2023
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerCan 
vasFullAccess - Atualizaç 
ão de uma política 
existente

2 Adicione a permissão
forecast:DeleteRes 
ourceTree .

6 de dezembro de 2022

AmazonSageMakerCan 
vasFullAccess - Nova 
política

1 Política inicial 8 de setembro de 2022

AmazonSageMakerCan 
vasForecastAccess - 
Nova política

1 Política inicial 24 de agosto de 2022

AWSpolíticas gerenciadas para o Amazon SageMaker Cluster

Essas políticas AWS gerenciadas adicionam as permissões necessárias para usar o SageMaker 
Cluster. As políticas estão disponíveis em sua AWS conta e são usadas por funções de execução 
criadas no SageMaker console.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerClusterInstanceRolePolicy

• Amazon SageMaker atualiza as políticas gerenciadas SageMaker do Amazon Cluster

AWSpolítica gerenciada: AmazonSageMakerClusterInstanceRolePolicy

Essa política concede as permissões normalmente necessárias para usar o Amazon SageMaker 
Cluster.

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• cloudwatch— Permite que os diretores publiquem CloudWatch métricas da Amazon.

• logs— Permite que os diretores publiquem fluxos de CloudWatch registros.
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• s3— Permite que os diretores listem e recuperem arquivos de script de ciclo de vida de um bucket 
do Amazon S3 em sua conta. Esses compartimentos são limitados àqueles cujo nome começa 
com “sagemaker-”.

• ssmmessages— Permite que os diretores abram uma conexão com. AWS Systems Manager

{ 
  "Version" : "2012-10-17", 
  "Statement" : [ 
    { 
      "Sid" : "CloudwatchLogStreamPublishPermissions", 
      "Effect" : "Allow", 
      "Action" : [ 
        "logs:PutLogEvents", 
        "logs:CreateLogStream", 
        "logs:DescribeLogStreams" 
      ], 
      "Resource" : [ 
        "arn:aws:logs:*:*:log-group:/aws/sagemaker/Clusters/*:log-stream:*" 
      ] 
    }, 
    { 
      "Sid" : "CloudwatchLogGroupCreationPermissions", 
      "Effect" : "Allow", 
      "Action" : [ 
        "logs:CreateLogGroup" 
      ], 
      "Resource" : [ 
        "arn:aws:logs:*:*:log-group:/aws/sagemaker/Clusters/*" 
      ] 
    }, 
    { 
      "Sid" : "CloudwatchPutMetricDataAccess", 
      "Effect" : "Allow", 
      "Action" : [ 
        "cloudwatch:PutMetricData" 
      ], 
      "Resource" : [ 
        "*" 
      ], 
      "Condition" : { 
        "StringEquals" : { 
          "cloudwatch:namespace" : "/aws/sagemaker/Clusters" 
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        } 
      } 
    }, 
    { 
      "Sid" : "DataRetrievalFromS3BucketPermissions", 
      "Effect" : "Allow", 
      "Action" : [ 
        "s3:ListBucket", 
        "s3:GetObject" 
      ], 
      "Resource" : [ 
        "arn:aws:s3:::sagemaker-*" 
      ], 
      "Condition" : { 
        "StringEquals" : { 
          "aws:ResourceAccount" : "${aws:PrincipalAccount}" 
        } 
      } 
    }, 
    { 
      "Sid" : "SSMConnectivityPermissions", 
      "Effect" : "Allow", 
      "Action" : [ 
        "ssmmessages:CreateControlChannel", 
        "ssmmessages:CreateDataChannel", 
        "ssmmessages:OpenControlChannel", 
        "ssmmessages:OpenDataChannel" 
      ], 
      "Resource" : "*" 
    } 
  ]
}

Amazon SageMaker atualiza as políticas gerenciadas SageMaker do Amazon Cluster

Veja detalhes sobre as atualizações das políticas AWS gerenciadas do SageMaker Cluster desde 
que esse serviço começou a rastrear essas alterações. Para receber alertas automáticos sobre 
alterações nessa página, assine o feed RSS na página Histórico do SageMaker documento.
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerClu 
sterInstanceRolePolicy - 
Nova política

1 Política inicial 29 de novembro de 2023

AWSpolíticas gerenciadas para a Amazon SageMaker Feature Store

Essas políticas gerenciadas pela AWS adicionam as permissões necessárias para usar o Feature 
Store. As políticas estão disponíveis em sua AWS conta e são usadas por funções de execução 
criadas no SageMaker console.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerFeatureStoreAccess

• Amazon SageMaker atualiza as políticas gerenciadas da Amazon SageMaker Feature Store

AWSpolítica gerenciada: AmazonSageMakerFeatureStoreAccess

Essa política concede as permissões necessárias para habilitar a loja off-line para um grupo de 
SageMaker recursos da Amazon Feature Store.

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• s3: permite que as entidades principais gravem dados em um bucket do Amazon S3 do 
armazenamento offline. Esses compartimentos são limitados àqueles cujo nome inclui 
"SageMaker“, “Sagemaker” ou “sagemaker”.

• s3: permite que as entidades principais leiam os arquivos de manifesto existentes mantidos na 
pasta de metadata de um bucket S3 do armazenamento offline.

• glue: permite que as entidades principais leiam e atualizem as tabelas do AWS Glue. Essas 
permissões são limitadas às tabelas na pasta sagemaker_featurestore.

{ 
    "Version": "2012-10-17", 
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    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:PutObject", 
                "s3:GetBucketAcl", 
                "s3:PutObjectAcl" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*/metadata/*", 
                "arn:aws:s3:::*Sagemaker*/metadata/*", 
                "arn:aws:s3:::*sagemaker*/metadata/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "glue:GetTable", 
                "glue:UpdateTable" 
            ], 
            "Resource": [ 
                "arn:aws:glue:*:*:catalog", 
                "arn:aws:glue:*:*:database/sagemaker_featurestore", 
                "arn:aws:glue:*:*:table/sagemaker_featurestore/*" 
            ] 
        } 
    ]
}
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Amazon SageMaker atualiza as políticas gerenciadas da Amazon SageMaker Feature Store

Visualizar detalhes sobre atualizações em políticas gerenciadas pela AWS para o Feature Store 
desde que esse serviço começou a rastrear essas alterações. Para receber alertas automáticos 
sobre alterações nessa página, assine o feed RSS na página Histórico do SageMaker documento.

Política Version 
(Versão)

Alteração Data

AmazonSageMakerFea 
tureStoreAccess - 
Atualização em uma 
política existente

3 Adicione permissõe 
s s3:GetObject ,
glue:GetTable  e
glue:UpdateTable .

5 de dezembro de 2022

AmazonSageMakerFea 
tureStoreAccess - 
Atualização de uma 
política existente

2 Adicione a permissão
s3:PutObjectAcl .

23 de fevereiro de 2021

AmazonSageMakerFea 
tureStoreAccess - Nova 
política

1 Política inicial 1º de dezembro de 2020

AWSpolíticas gerenciadas para o setor SageMaker geoespacial da Amazon

Essas políticas AWS gerenciadas adicionam as permissões necessárias para o uso SageMaker 
geoespacial. As políticas estão disponíveis em sua AWS conta e são usadas por funções de 
execução criadas no SageMaker console.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerGeospatialFullAccess

• AWSpolítica gerenciada: AmazonSageMakerGeospatialExecutionRole

• Amazon SageMaker atualiza as políticas SageMaker gerenciadas geoespaciais da Amazon
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AWSpolítica gerenciada: AmazonSageMakerGeospatialFullAccess

Essa política concede permissões que permitem acesso total à SageMaker região geoespacial da 
Amazon por meio do AWS Management Console SDK.

Detalhes das permissões

Esta política gerenciada pela AWS inclui as seguintes permissões.

• sagemaker-geospatial— Permite aos diretores acesso total a todos os recursos SageMaker 
geoespaciais.

• iam— Permite que os diretores passem uma função do IAM para o setor SageMaker geoespacial.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker-geospatial:*", 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": ["iam:PassRole"], 
      "Resource": "arn:aws:iam::*:role/*", 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": [ 
            "sagemaker-geospatial.amazonaws.com" 
           ] 
        } 
      } 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerGeospatialExecutionRole

Essa política concede as permissões normalmente necessárias para o uso SageMaker geoespacial.

Detalhes das permissões
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Esta política gerenciada pela AWS inclui as seguintes permissões.

• s3: permite que as entidades principais adicionem e recuperem objetos de buckets do Amazon 
S3. Esses objetos são limitados àqueles cujo nome contém "SageMaker“, “Sagemaker” ou 
“sagemaker”.

• sagemaker-geospatial: permite que as entidades principais acessem trabalhos de observação 
da Terra por meio da API GetEarthObservationJob .

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
          "s3:AbortMultipartUpload", 
          "s3:PutObject", 
          "s3:GetObject", 
          "s3:ListBucketMultipartUploads" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*SageMaker*", 
        "arn:aws:s3:::*Sagemaker*", 
        "arn:aws:s3:::*sagemaker*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker-geospatial:GetEarthObservationJob", 
      "Resource": "arn:aws:sagemaker-geospatial:*:*:earth-observation-job/*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker-geospatial:GetRasterDataCollection", 
      "Resource": "arn:aws:sagemaker-geospatial:*:*:raster-data-collection/*" 
    } 
  ]
}
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Amazon SageMaker atualiza as políticas SageMaker gerenciadas geoespaciais da Amazon

Veja detalhes sobre as atualizações das políticas AWS gerenciadas para áreas SageMaker 
geoespaciais desde que esse serviço começou a rastrear essas mudanças.

Política Version 
(Versão)

Alteração Data

AmazonSageMakerGeo 
spatialExecutionRole: 
política atualizada

2 Adicione a permissão
sagemaker-
geospatial:GetRas 
terDataCo 
llection .

10 de maio de 2023

AmazonSageMakerGeo 
spatialFullAccess - Nova 
política

1 Política inicial 30 de novembro de 2022

AmazonSageMakerGeo 
spatialExecutionRole - 
Nova política

1 Política inicial 30 de novembro de 2022

AWSPolíticas gerenciadas para Amazon SageMaker Ground Truth

Essas políticas AWS gerenciadas adicionam as permissões necessárias para usar o SageMaker 
Ground Truth. As políticas estão disponíveis em sua AWS conta e são usadas por funções de 
execução criadas no SageMaker console.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerGroundTruthExecution

• AWSpolítica gerenciada: GroundTruthSyntheticConsoleFullAccess

• AWSpolítica gerenciada: GroundTruthSyntheticConsoleReadOnlyAccess

• Amazon SageMaker atualiza as políticas gerenciadas da SageMaker Ground Truth
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AWSpolítica gerenciada: AmazonSageMakerGroundTruthExecution

Essa política AWS gerenciada concede as permissões normalmente necessárias para usar o 
SageMaker Ground Truth.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• lambda— Permite que os diretores invoquem funções do Lambda cujo nome inclui 
“sagemaker” (sem distinção entre maiúsculas e minúsculas), "“ou"”. GtRecipe LabelingFunction

• s3: permite que as entidades principais adicionem e recuperem objetos de buckets do Amazon 
S3. Esses objetos são limitados àqueles cujo nome que não diferencia maiúsculas de minúsculas 
contém “groundtruth” ou “sagemaker”, ou estão marcados com "”. SageMaker

• cloudwatch— Permite que os diretores publiquem CloudWatch métricas.

• logs: permite que as entidades principais criem e acessem fluxos de log e publiquem eventos de 
log.

• sqs: permite que as entidades principais criem filas do Amazon SQS e enviem e recebam 
mensagens do Amazon SQS. Essas permissões são limitadas a filas cujo nome inclui 
"GroundTruth”.

• sns: permite que as entidades principais assinem e publiquem mensagens em tópicos do 
Amazon SNS cujo nome, sem distinção entre maiúsculas e minúsculas, contém “groundtruth” ou 
“sagemaker”.

• ec2— Permite que os diretores criem, descrevam e excluam endpoints da Amazon VPC cujo 
nome de serviço de endpoint de VPC sagemaker-task-resources contenha "" ou “rotulagem”.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "CustomLabelingJobs", 
            "Effect": "Allow", 
            "Action": [ 
                "lambda:InvokeFunction" 
            ], 
            "Resource": [ 
                "arn:aws:lambda:*:*:function:*GtRecipe*", 
                "arn:aws:lambda:*:*:function:*LabelingFunction*", 
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                "arn:aws:lambda:*:*:function:*SageMaker*", 
                "arn:aws:lambda:*:*:function:*sagemaker*", 
                "arn:aws:lambda:*:*:function:*Sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:AbortMultipartUpload", 
                "s3:GetObject", 
                "s3:PutObject" 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*GroundTruth*", 
                "arn:aws:s3:::*Groundtruth*", 
                "arn:aws:s3:::*groundtruth*", 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEqualsIgnoreCase": { 
                    "s3:ExistingObjectTag/SageMaker": "true" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetBucketLocation", 
                "s3:ListBucket" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "CloudWatch", 
            "Effect": "Allow", 
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            "Action": [ 
                "cloudwatch:PutMetricData", 
                "logs:CreateLogStream", 
                "logs:CreateLogGroup", 
                "logs:DescribeLogStreams", 
                "logs:PutLogEvents" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "StreamingQueue", 
            "Effect": "Allow", 
            "Action": [ 
                "sqs:CreateQueue", 
                "sqs:DeleteMessage", 
                "sqs:GetQueueAttributes", 
                "sqs:GetQueueUrl", 
                "sqs:ReceiveMessage", 
                "sqs:SendMessage", 
                "sqs:SetQueueAttributes" 
            ], 
            "Resource": "arn:aws:sqs:*:*:*GroundTruth*" 
        }, 
        { 
            "Sid": "StreamingTopicSubscribe", 
            "Effect": "Allow", 
            "Action": "sns:Subscribe", 
            "Resource": [ 
                "arn:aws:sns:*:*:*GroundTruth*", 
                "arn:aws:sns:*:*:*Groundtruth*", 
                "arn:aws:sns:*:*:*groundTruth*", 
                "arn:aws:sns:*:*:*groundtruth*", 
                "arn:aws:sns:*:*:*SageMaker*", 
                "arn:aws:sns:*:*:*Sagemaker*", 
                "arn:aws:sns:*:*:*sageMaker*", 
                "arn:aws:sns:*:*:*sagemaker*" 
            ], 
            "Condition": { 
                "StringEquals": { 
                    "sns:Protocol": "sqs" 
                }, 
                "StringLike": { 
                    "sns:Endpoint": "arn:aws:sqs:*:*:*GroundTruth*" 
                } 
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            } 
        }, 
        { 
            "Sid": "StreamingTopic", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Publish" 
            ], 
            "Resource": [ 
                "arn:aws:sns:*:*:*GroundTruth*", 
                "arn:aws:sns:*:*:*Groundtruth*", 
                "arn:aws:sns:*:*:*groundTruth*", 
                "arn:aws:sns:*:*:*groundtruth*", 
                "arn:aws:sns:*:*:*SageMaker*", 
                "arn:aws:sns:*:*:*Sagemaker*", 
                "arn:aws:sns:*:*:*sageMaker*", 
                "arn:aws:sns:*:*:*sagemaker*" 
            ] 
        }, 
        { 
            "Sid": "StreamingTopicUnsubscribe", 
            "Effect": "Allow", 
            "Action": [ 
                "sns:Unsubscribe" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Sid": "WorkforceVPC", 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:CreateVpcEndpoint", 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DeleteVpcEndpoints" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringLikeIfExists": { 
                    "ec2:VpceServiceName": [ 
                        "*sagemaker-task-resources*", 
                        "aws.sagemaker*labeling*" 
                    ] 
                } 
            } 
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        } 
    ]
}

AWSpolítica gerenciada: GroundTruthSyntheticConsoleFullAccess

Essa política AWS gerenciada concede as permissões necessárias para usar a maioria dos recursos 
do console de dados sintéticos do SageMaker Ground Truth. A política está disponível em sua 
conta da AWS. Para usar todos os recursos do console, os usuários devem adicionar permissões 
“s3:GetObject” para permitir que o console de dados sintéticos SageMaker Ground Truth exiba 
dados de seus buckets S3. Isso pode ser feito anexando a política ReadOnlyAccess gerenciada 
do AmazonS3 à sua função ou adicionando “s3:GetObject” para recursos específicos do S3 à sua 
função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• s3: permite a recuperação de objetos dos buckets do Amazon S3 para exibir dados no console.

• sagemaker-groundtruth-synthetic— Permite que o console chame as APIs de dados 
sintéticos do SageMaker Ground Truth.

           { 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker-groundtruth-synthetic:*", 
                "s3:ListBucket" 
            ], 
            "Resource": "*" 
        } 
    ]
}  
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AWSpolítica gerenciada: GroundTruthSyntheticConsoleReadOnlyAccess

Essa política AWS gerenciada concede acesso somente para leitura aos dados sintéticos 
SageMaker do Ground Truth por meio do. AWS Management Console Para usar todos os recursos 
do console, os usuários devem adicionar permissões “s3:GetObject” para permitir que o console 
de dados sintéticos SageMaker Ground Truth exiba dados de seus buckets S3. Isso pode ser feito 
anexando a política ReadOnlyAccess gerenciada do AmazonS3 à sua função ou adicionando 
“s3:GetObject” para recursos específicos do S3 à sua função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• s3: permite a recuperação de objetos dos buckets do Amazon S3 para exibir dados no console.

• sagemaker-groundtruth-synthetic— Permite que o console chame as ReadOnly APIs de 
dados sintéticos do SageMaker Ground Truth.

           { 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker-groundtruth-synthetic:List*", 
                "sagemaker-groundtruth-synthetic:Get*", 
                "s3:ListBucket" 
            ], 
            "Resource": "*" 
        } 
    ]
}         

Amazon SageMaker atualiza as políticas gerenciadas da SageMaker Ground Truth

Veja detalhes sobre as atualizações das políticas AWS gerenciadas do Amazon SageMaker Ground 
Truth desde que esse serviço começou a monitorar essas mudanças.

AWSPolíticas gerenciadas para SageMaker 6122



Amazon SageMaker Guia do Desenvolvedor

Política Version 
(Versão)

Alteração Data

GroundTruthSynthet 
icConsoleFullAccess - 
Nova política

1 Política inicial 25 de agosto de 2022

GroundTruthSynthet 
icConsoleReadOnlyA 
ccess - Nova política

1 Política inicial 25 de agosto de 2022

AmazonSageMakerGro 
undTruthExecution - 
Atualização em uma 
política existente

3 Adicione permissões
ec2:CreateVpcEndpo 
int , ec2:Descr 
ibeVpcEndpoints  e
ec2:DeleteVpcEndpo 
ints .

29 de abril de 2022

AmazonSageMakerGro 
undTruthExecution - 
Atualização de uma 
política existente

2 Remova a permissão
sqs:SendMessageBat 
ch .

11 de abril de 2022

AmazonSageMakerGro 
undTruthExecution - 
Nova política

1 Política inicial 20 de julho de 2020

AWSPolíticas gerenciadas para governança de SageMaker modelos

Essa política AWS gerenciada adiciona as permissões necessárias para usar o SageMaker Model 
Governance. A política está disponível em sua AWS conta e é usada por funções de execução 
criadas no SageMaker console.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerModelGovernanceUseAccess

• Amazon SageMaker atualiza as políticas gerenciadas SageMaker do Model Governance
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AWSpolítica gerenciada: AmazonSageMakerModelGovernanceUseAccess

Essa política AWS gerenciada concede as permissões necessárias para usar todos os recursos de 
SageMaker governança da Amazon. A política está disponível em sua conta da AWS.

Esta política inclui as seguintes permissões.

• s3: recupera objetos dos buckets do Amazon S3. Os objetos recuperáveis são limitados àqueles 
cujo nome que não diferencia maiúsculas de minúsculas contenha a sequência. "sagemaker"

• kms: liste as chaves do AWS KMS a serem usadas para criptografia de conteúdo.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:ListMonitoringAlerts", 
                "sagemaker:ListMonitoringExecutions", 
                "sagemaker:UpdateMonitoringAlert", 
                "sagemaker:StartMonitoringSchedule", 
                "sagemaker:StopMonitoringSchedule", 
                "sagemaker:ListMonitoringAlertHistory", 
                "sagemaker:DescribeModelPackage", 
                "sagemaker:DescribeModelPackageGroup", 
                "sagemaker:CreateModelCard", 
                "sagemaker:DescribeModelCard", 
                "sagemaker:UpdateModelCard", 
                "sagemaker:DeleteModelCard", 
                "sagemaker:ListModelCards", 
                "sagemaker:ListModelCardVersions", 
                "sagemaker:CreateModelCardExportJob", 
                "sagemaker:DescribeModelCardExportJob", 
                "sagemaker:ListModelCardExportJobs" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:ListTrainingJobs", 
                "sagemaker:DescribeTrainingJob", 
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                "sagemaker:ListModels", 
                "sagemaker:DescribeModel", 
                "sagemaker:Search",      
                "sagemaker:AddTags", 
                "sagemaker:DeleteTags", 
                "sagemaker:ListTags" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "kms:ListAliases" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:GetObject", 
                "s3:PutObject", 
                "s3:CreateBucket", 
                "s3:GetBucketLocation", 
            ], 
            "Resource": [ 
                "arn:aws:s3:::*SageMaker*", 
                "arn:aws:s3:::*Sagemaker*", 
                "arn:aws:s3:::*sagemaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "s3:ListBucket", 
                "s3:ListAllMyBuckets" 
            ], 
            "Resource": "*" 
        } 
    ]
}
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Amazon SageMaker atualiza as políticas gerenciadas SageMaker do Model Governance

Veja detalhes sobre as atualizações das políticas AWS gerenciadas para o SageMaker Model 
Governance desde que esse serviço começou a rastrear essas mudanças. Para receber alertas 
automáticos sobre alterações nessa página, assine o feed RSS na página Histórico do SageMaker 
documento.

Política Version 
(Versão)

Alteração Data

AmazonSageMakerMod 
elGovernanceUseAcc 
ess - Atualização em uma 
política existente

2 Adicione permissões
sagemaker:Describe 
ModelPackage  e
DescribeModelPacka 
geGroup .

17 de julho de 2023

AmazonSageMakerMod 
elGovernanceUseAccess 
- Nova política

1 Política inicial 30 de novembro de 2022

Políticas gerenciadas pela AWS para registro de modelos

Essas políticas gerenciadas pela AWS adicionam as permissões necessárias para usar o Model 
Registry. As políticas estão disponíveis em sua AWS conta e são usadas por funções de execução 
criadas no SageMaker console da Amazon.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerModelRegistryFullAccess

• Amazon SageMaker atualiza as políticas gerenciadas do Model Registry

AWSpolítica gerenciada: AmazonSageMakerModelRegistryFullAccess

Essa política AWS gerenciada concede as permissões necessárias para usar todos os recursos do 
Model Registry dentro de um SageMaker domínio da Amazon. Essa política é anexada a um perfil 
de execução ao definir as configurações do Registro de Modelos para habilitar as permissões do 
Registro de Modelos.

Esta política inclui as seguintes permissões.
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• ecr: permite que as entidades principais recuperem informações, incluindo metadados, sobre 
imagens do Amazon Elastic Container Registry (Amazon ECR).

• iam— Permite que os diretores passem a função de execução para o SageMaker serviço da 
Amazon.

• resource-groups: permite que as entidades principais criem, listem, marquem e excluam AWS 
Resource Groups.

• s3: permite que entidades principais recuperem objetos dos buckets do Amazon Simple Storage 
Service (Amazon S3) nos quais as versões do modelo são armazenadas. Os objetos recuperáveis 
são limitados àqueles cujo nome que não diferencia maiúsculas de minúsculas contenha a 
sequência. "sagemaker"

• sagemaker— permite que os diretores cataloguem, gerenciem e implantem modelos usando o 
registro de SageMaker modelos.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeInferenceRecommendationsJob", 
        "sagemaker:DescribeModelPackage", 
        "sagemaker:DescribeModelPackageGroup", 
        "sagemaker:DescribePipeline", 
        "sagemaker:DescribePipelineExecution", 
        "sagemaker:ListAssociations", 
        "sagemaker:ListArtifacts", 
        "sagemaker:ListModelMetadata", 
        "sagemaker:ListModelPackages", 
        "sagemaker:Search", 
        "sagemaker:GetSearchSuggestions" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags", 
        "sagemaker:CreateModel", 
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        "sagemaker:CreateModelPackage", 
        "sagemaker:CreateModelPackageGroup", 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateInferenceRecommendationsJob", 
        "sagemaker:DeleteModelPackage", 
        "sagemaker:DeleteModelPackageGroup", 
        "sagemaker:DeleteTags", 
        "sagemaker:UpdateModelPackage" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::*SageMaker*", 
        "arn:aws:s3:::*Sagemaker*", 
        "arn:aws:s3:::*sagemaker*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:ListBucket", 
        "s3:ListAllMyBuckets" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:BatchGetImage", 
        "ecr:DescribeImages" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
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      "Resource": "arn:aws:iam::*:role/*", 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": "sagemaker.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "tag:GetResources" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "resource-groups:GetGroupQuery" 
      ], 
      "Resource": "arn:aws:resource-groups:*:*:group/*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "resource-groups:ListGroupResources" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "resource-groups:CreateGroup", 
        "resource-groups:Tag" 
      ], 
      "Resource": "arn:aws:resource-groups:*:*:group/*", 
      "Condition": { 
        "ForAnyValue:StringEquals": { 
          "aws:TagKeys": "sagemaker:collection" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "resource-groups:DeleteGroup", 
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      "Resource": "arn:aws:resource-groups:*:*:group/*", 
      "Condition": { 
        "StringEquals": { 
          "aws:ResourceTag/sagemaker:collection": "true" 
        } 
      } 
    } 
  ]
}

Amazon SageMaker atualiza as políticas gerenciadas do Model Registry

Visualizar detalhes sobre atualizações em políticas gerenciadas pela AWS para o Registro de 
Modelos desde que esse serviço começou a rastrear essas alterações. Para receber alertas 
automáticos sobre alterações nessa página, assine o feed RSS na página Histórico do SageMaker 
documento.

Política Version 
(Versão)

Alteração Data

AmazonSageMakerMod 
elRegistryFullAccess - 
Nova política

1 Política inicial 12 de abril de 2023

AWSPolíticas gerenciadas para SageMaker notebooks

Essas políticas AWS gerenciadas adicionam as permissões necessárias para usar os SageMaker 
Notebooks. As políticas estão disponíveis em sua AWS conta e são usadas por funções de execução 
criadas no SageMaker console.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerNotebooksServiceRolePolicy

• Amazon SageMaker atualiza as políticas gerenciadas de SageMaker notebooks

AWSpolítica gerenciada: AmazonSageMakerNotebooksServiceRolePolicy

Essa política AWS gerenciada concede as permissões normalmente necessárias para usar o 
Amazon SageMaker Notebooks. A política é adicionada à AmazonSageMaker-ExecutionRole
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que é criada quando você se integra ao Amazon SageMaker Studio Classic. Para obter mais 
informações sobre os perfis vinculados ao serviço, consulte Funções vinculadas ao serviço.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• elasticfilesystem: permite que as entidades principais criem e excluam sistemas de arquivos, 
pontos de acesso e destinos de montagem do Amazon Elastic File System (EFS). Eles são 
limitados aos marcados com a chave ManagedByAmazonSageMakerResource. Permite que as 
entidades principais descrevam todos os sistemas de arquivos EFS, pontos de acesso e destinos 
de montagem. Permite que as entidades principais criem ou sobrescrevam tags para pontos de 
acesso do EFS e alvos de montagem.

• ec2: permite que as entidades principais criem interfaces de rede e grupos de segurança para 
instâncias do Amazon Elastic Compute Cloud (EC2). Também permite que as entidades principais 
criem e substituam tags para esses recursos.

• sso: permite que as entidades principais adicionem e excluam instâncias de aplicações 
gerenciadas em . AWS IAM Identity Center

• sagemaker— Permite que os diretores criem e leiam perfis de SageMaker usuário.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": "elasticfilesystem:CreateAccessPoint", 
            "Resource": "arn:aws:elasticfilesystem:*:*:file-system/*", 
            "Condition": { 
                "StringLike": { 
                    "aws:ResourceTag/ManagedByAmazonSageMakerResource": "*", 
                    "aws:RequestTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elasticfilesystem:DeleteAccessPoint" 
            ], 
            "Resource": "arn:aws:elasticfilesystem:*:*:access-point/*", 
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            "Condition": { 
                "StringLike": { 
                    "aws:ResourceTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "elasticfilesystem:CreateFileSystem", 
            "Resource": "*", 
            "Condition": { 
                "StringLike": { 
                    "aws:RequestTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elasticfilesystem:CreateMountTarget", 
                "elasticfilesystem:DeleteFileSystem", 
                "elasticfilesystem:DeleteMountTarget" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringLike": { 
                    "aws:ResourceTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elasticfilesystem:DescribeAccessPoints", 
                "elasticfilesystem:DescribeFileSystems", 
                "elasticfilesystem:DescribeMountTargets" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "elasticfilesystem:TagResource", 
            "Resource": [ 
                "arn:aws:elasticfilesystem:*:*:access-point/*", 
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                "arn:aws:elasticfilesystem:*:*:file-system/*" 
            ], 
            "Condition": { 
                "StringLike": { 
                    "aws:ResourceTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": "ec2:CreateTags", 
            "Resource": [ 
                "arn:aws:ec2:*:*:network-interface/*", 
                "arn:aws:ec2:*:*:security-group/*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:CreateNetworkInterface", 
                "ec2:CreateSecurityGroup", 
                "ec2:DeleteNetworkInterface", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeVpcs", 
                "ec2:ModifyNetworkInterfaceAttribute" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:AuthorizeSecurityGroupEgress", 
                "ec2:AuthorizeSecurityGroupIngress", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DeleteSecurityGroup", 
                "ec2:RevokeSecurityGroupEgress", 
                "ec2:RevokeSecurityGroupIngress" 
            ], 
            "Resource": "*", 
            "Condition": { 
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                "StringLike": { 
                    "ec2:ResourceTag/ManagedByAmazonSageMakerResource": "*" 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sso:CreateManagedApplicationInstance", 
                "sso:DeleteManagedApplicationInstance", 
                "sso:GetManagedApplicationInstance" 
            ], 
            "Resource": "*" 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreateUserProfile", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Amazon SageMaker atualiza as políticas gerenciadas de SageMaker notebooks

Veja detalhes sobre as atualizações das políticas AWS gerenciadas da Amazon SageMaker desde 
que esse serviço começou a monitorar essas mudanças.

Política Version 
(Versão)

Alteração Data

AmazonSageMakerNot 
ebooksServiceRolePolicy

7 Permissão elasticfi 
lesystem: 
TagResource
adicionada.

9 de março de 2023

AmazonSageMakerNot 
ebooksServiceRolePolicy

6 Permissões adicionad 
as para elasticfi 
lesystem: 

12 de janeiro de 2023
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Política Version 
(Versão)

Alteração Data

CreateAcc 
essPoint , elasticfi 
lesystem: 
DeleteAcc 
essPoint  e
elasticfilesystem: 
DescribeA 
ccessPoints .

    SageMaker começou a 
rastrear as mudanças 
em suas políticas AWS 
gerenciadas.

1º de junho de 2021

AWSPolíticas gerenciadas para SageMaker oleodutos

Essas políticas AWS gerenciadas adicionam as permissões necessárias para usar os SageMaker 
Pipelines. As políticas estão disponíveis em sua AWS conta e são usadas por funções de execução 
criadas no SageMaker console.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerPipelinesIntegrations

• Amazon SageMaker atualiza as políticas gerenciadas do SageMaker Pipelines

AWSpolítica gerenciada: AmazonSageMakerPipelinesIntegrations

Essa política AWS gerenciada concede as permissões normalmente necessárias para usar etapas 
de retorno de chamada e etapas Lambda em pipelines. SageMaker A política é adicionada à
AmazonSageMaker-ExecutionRole que é criada quando você se integra ao Amazon SageMaker 
Studio Classic. A política pode ser anexada a qualquer perfil usado para criar ou executar um 
pipeline.s

Essa política concede as permissões apropriadas para AWS Lambda, Amazon Simple Queue 
Service (Amazon SQS), EventBridge Amazon e IAM necessárias para criar pipelines que invocam 
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funções do Lambda ou incluem etapas de retorno de chamada, que podem ser usadas para etapas 
de aprovação manual ou execução de cargas de trabalho personalizadas.

As permissões do Amazon SQS permitem que você crie a fila do Amazon SQS necessária para 
receber mensagens de retorno de chamada e também para enviar mensagens para essa fila.

As permissões do Lambda permitem criar, ler, atualizar e excluir as funções do Lambda usadas nas 
etapas do pipeline e também invocar essas funções do Lambda.

Essa política concede ao Amazon EMR as permissões necessárias para executar uma etapa do 
Amazon EMR de pipelines.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• elasticmapreduce: lê, adiciona e cancela etapas em um cluster do Amazon EMR em execução. 
Leia, crie e encerre um novo cluster do Amazon EMR.

• events— Leia, crie, atualize e adicione alvos a uma EventBridge regra 
chamada SageMakerPipelineExecutionEMRStepStatusUpdateRule
SageMakerPipelineExecutionEMRClusterStatusUpdateRule e.

• iam: passa um perfil do IAM para o serviço AWS Lambda, Amazon EMR e Amazon EC2.

• lambda: cria, lê, atualiza, exclui e invoca funções Lambda. Essas permissões são limitadas às 
funções cujo nome inclui “sagemaker”.

• sqs: cria uma fila do Amazon SQS; envia uma mensagem do Amazon SQS. Essas permissões 
são limitadas às filas cujo nome inclui “sagemaker”.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "lambda:CreateFunction", 
                "lambda:DeleteFunction", 
                "lambda:GetFunction", 
                "lambda:InvokeFunction", 
                "lambda:UpdateFunctionCode" 
            ], 
            "Resource": [ 
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                "arn:aws:lambda:*:*:function:*sagemaker*", 
                "arn:aws:lambda:*:*:function:*sageMaker*", 
                "arn:aws:lambda:*:*:function:*SageMaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "sqs:CreateQueue", 
                "sqs:SendMessage" 
            ], 
            "Resource": [ 
                "arn:aws:sqs:*:*:*sagemaker*", 
                "arn:aws:sqs:*:*:*sageMaker*", 
                "arn:aws:sqs:*:*:*SageMaker*" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "iam:PassRole" 
            ], 
            "Resource": "arn:aws:iam::*:role/*", 
            "Condition": { 
                "StringEquals": { 
                    "iam:PassedToService": [ 
                        "lambda.amazonaws.com", 
                        "elasticmapreduce.amazonaws.com", 
                        "ec2.amazonaws.com" 
                    ] 
                } 
            } 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "events:DescribeRule", 
                "events:PutRule", 
                "events:PutTargets" 
            ], 
            "Resource": [ 
                "arn:aws:events:*:*:rule/
SageMakerPipelineExecutionEMRStepStatusUpdateRule", 
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                "arn:aws:events:*:*:rule/
SageMakerPipelineExecutionEMRClusterStatusUpdateRule" 
            ] 
        }, 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "elasticmapreduce:AddJobFlowSteps", 
                "elasticmapreduce:CancelSteps", 
                "elasticmapreduce:DescribeStep", 
                "elasticmapreduce:RunJobFlow", 
                "elasticmapreduce:DescribeCluster", 
                "elasticmapreduce:TerminateJobFlows", 
                "elasticmapreduce:ListSteps" 
            ], 
            "Resource": [ 
                "arn:aws:elasticmapreduce:*:*:cluster/*" 
            ] 
        } 
    ]
}

Amazon SageMaker atualiza as políticas gerenciadas do SageMaker Pipelines

Veja detalhes sobre as atualizações das políticas AWS gerenciadas da Amazon SageMaker desde 
que esse serviço começou a monitorar essas mudanças.

Política Version 
(Versão)

Alteração Data

AmazonSageMakerPip 
elinesIntegrations - 
Atualização em uma 
política existente

3 Permissões adicionad 
as para elasticma 
preduce:R 
unJobFlows ,
elasticmapreduce:T 
erminateJobFlows ,
elasticmapreduce:L 
istSteps  e
elasticmapreduce:D 
escribeCluster .

17 de fevereiro de 2023
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerPip 
elinesIntegrations - 
Atualização em uma 
política existente

2 Permissões adicionad 
as para lambda:Ge 
tFunction ,
events:DescribeRul 
e , events:PutRule ,
events:PutTargets ,
elasticmapreduce:A 
ddJobFlowSteps ,
elasticmapreduce:C 
ancelSteps  e
elasticmapreduce:D 
escribeStep .

20 de abril de 2022

AmazonSageMakerPip 
elinesIntegrations - Nova 
política

1 Política inicial 30 de julho de 2021

AWSPolíticas gerenciadas para SageMaker projetos e JumpStart

Essas políticas AWS gerenciadas adicionam permissões para usar modelos e JumpStart soluções de 
SageMaker projetos integrados da Amazon. As políticas estão disponíveis em sua AWS conta e são 
usadas por funções de execução criadas no SageMaker console.

SageMaker projeta e JumpStart usa o AWS Service Catalog para provisionar AWS recursos nas 
contas dos clientes. Alguns recursos criados precisam assumir um perfil de execução. Por exemplo, 
se o AWS Service Catalog criar um CodePipeline pipeline em nome de um cliente para um projeto de 
CI/CD de aprendizado de SageMaker máquina, esse pipeline exigirá uma função do IAM.

A AmazonSageMakerServiceCatalogProductsLaunchfunção Role tem as permissões 
necessárias para lançar o SageMaker portfólio de produtos do AWS Service Catalog. 
A AmazonSageMakerServiceCatalogProductsUsefunção Role tem as permissões 
necessárias para usar o SageMaker portfólio de produtos do AWS Service Catalog. O 
perfil AmazonSageMakerServiceCatalogProductsLaunchRole passa um perfil
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AmazonSageMakerServiceCatalogProductsUseRole para os recursos de produto 
provisionados do AWS Service Catalog.

Tópicos

• AWSpolítica gerenciada: AmazonSageMakerAdmin - ServiceCatalogProductsServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerPartnerServiceCatalogProducts 
ApiGatewayServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerPartnerServiceCatalogProducts 
CloudFormationServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerPartnerServiceCatalogProducts 
LambdaServiceRolePolicy

• AWSpolítica gerenciada: 
AmazonSageMakerServiceCatalogProductsApiGatewayServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsCloudformation 
ServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsCode BuildServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsCode 
PipelineServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsEvents ServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsFirehose ServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsGlue ServiceRolePolicy

• AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsLambda ServiceRolePolicy

• Amazon SageMaker atualiza as políticas AWS gerenciadas do AWS Service Catalog

AWSpolítica gerenciada: AmazonSageMakerAdmin - ServiceCatalogProductsServiceRolePolicy

Essa política de função de serviço é usada pelo AWS Service Catalog serviço para provisionar 
produtos do SageMaker portfólio da Amazon. A política concede permissões a um conjunto de 
serviços da AWS relacionadosAWS CodePipeline, incluindo, AWS CodeBuild, AWS CodeCommit, 
AWS Glue, AWS CloudFormation, e outros.

A AmazonSageMakerAdmin-ServiceCatalogProductsServiceRolePolicy política deve 
ser usada pela AmazonSageMakerServiceCatalogProductsLaunchRole função criada no 
SageMaker console. A política adiciona permissões para provisionar AWS recursos para SageMaker 
projetos e JumpStart usar o Service Catalog na conta de um cliente.
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Detalhes das permissões

Esta política inclui as seguintes permissões.

• apigateway: permite que o perfil chame os endpoints do API Gateway que estão com a tag
sagemaker:launch-source.

• cloudformation— Permite AWS Service Catalog criar, atualizar e excluir CloudFormation 
pilhas.

• codebuild— Permite que a função assumida AWS Service Catalog e passada CloudFormation 
para criar, atualizar e excluir CodeBuild projetos.

• codecommit— Permite que a função assumida AWS Service Catalog e passada CloudFormation 
para criar, atualizar e excluir CodeCommit repositórios.

• codepipeline— Permite que a função assumida AWS Service Catalog e passada 
CloudFormation seja criada, atualizada e excluída CodePipelines.

• codestar-connections: permite que o perfil passe as conexões AWS CodeStar.

• cognito-idp: permite que o perfil crie, atualize e exclua grupos e grupos de usuários. Também 
permite marcar recursos com tag.

• ecr— Permite que a função assumida AWS Service Catalog e transmitida crie e CloudFormation 
exclua repositórios do Amazon ECR. Também permite marcar recursos com tag.

• events— Permite que a função assumida AWS Service Catalog e transmitida CloudFormation 
crie e exclua EventBridge regras. Usado para unir os vários componentes da tubulação CICD.

• firehose: permite que o perfil interaja com fluxos do Kinesis Data Firehose.

• glue: permite que o perfil interaja com AWS Glue.

• iam: permite que o perfil passe as funções precedidas de AmazonSageMakerServiceCatalog. 
Isso é necessário quando o Projects provisiona um produto do AWS Service Catalog, pois um 
perfil precisa ser passado para AWS Service Catalog.

• lambda: permite que o perfil interaja com AWS Lambda. Também permite marcar recursos com 
tag.

• logs: permite que o perfil crie, exclua e acesse fluxos de log.

• s3— Permite que a função assumida AWS Service Catalog e passada acesse CloudFormation os 
buckets do Amazon S3 onde o código do modelo do projeto está armazenado.

• sagemaker— Permite que a função interaja com vários SageMaker serviços. Isso é feito 
CloudFormation durante o provisionamento do modelo, bem como CodeBuild durante a execução 
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do pipeline do CICD. Também permite marcar os seguintes recursos: endpoints, configurações de 
endpoints, modelos, pipelines, projetos e pacotes de modelos.

• states: permite que o perfil crie, exclua e atualize o Step Functions precedido de sagemaker.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:GET", 
        "apigateway:POST", 
        "apigateway:PUT", 
        "apigateway:PATCH", 
        "apigateway:DELETE" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "StringLike": { 
          "aws:ResourceTag/sagemaker:launch-source": "*" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:POST" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "ForAnyValue:StringLike": { 
          "aws:TagKeys": [ 
            "sagemaker:launch-source" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:PATCH" 
      ], 
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      "Resource": [ 
        "arn:aws:apigateway:*::/account" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:CreateStack", 
        "cloudformation:UpdateStack", 
        "cloudformation:DeleteStack" 
      ], 
      "Resource": "arn:aws:cloudformation:*:*:stack/SC-*", 
      "Condition": { 
        "ArnLikeIfExists": { 
          "cloudformation:RoleArn": [ 
            "arn:aws:sts::*:assumed-role/AmazonSageMakerServiceCatalog*" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:DescribeStackEvents", 
        "cloudformation:DescribeStacks" 
      ], 
      "Resource": "arn:aws:cloudformation:*:*:stack/SC-*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:GetTemplateSummary", 
        "cloudformation:ValidateTemplate" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codebuild:CreateProject", 
        "codebuild:DeleteProject", 
        "codebuild:UpdateProject" 
      ], 
      "Resource": [ 
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        "arn:aws:codebuild:*:*:project/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codecommit:CreateCommit", 
        "codecommit:CreateRepository", 
        "codecommit:DeleteRepository", 
        "codecommit:GetRepository", 
        "codecommit:TagResource" 
      ], 
      "Resource": [ 
        "arn:aws:codecommit:*:*:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codecommit:ListRepositories" 
      ], 
      "Resource": "*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codepipeline:CreatePipeline", 
        "codepipeline:DeletePipeline", 
        "codepipeline:GetPipeline", 
        "codepipeline:GetPipelineState", 
        "codepipeline:StartPipelineExecution", 
        "codepipeline:TagResource", 
        "codepipeline:UpdatePipeline" 
      ], 
      "Resource": [ 
        "arn:aws:codepipeline:*:*:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cognito-idp:CreateUserPool", 
        "cognito-idp:TagResource" 
      ], 
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      "Resource": "*", 
      "Condition": { 
        "ForAnyValue:StringLike": { 
          "aws:TagKeys": [ 
            "sagemaker:launch-source" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "cognito-idp:CreateGroup", 
        "cognito-idp:CreateUserPoolDomain", 
        "cognito-idp:CreateUserPoolClient", 
        "cognito-idp:DeleteGroup", 
        "cognito-idp:DeleteUserPool", 
        "cognito-idp:DeleteUserPoolClient", 
        "cognito-idp:DeleteUserPoolDomain", 
        "cognito-idp:DescribeUserPool", 
        "cognito-idp:DescribeUserPoolClient", 
        "cognito-idp:UpdateUserPool", 
        "cognito-idp:UpdateUserPoolClient" 
      ], 
      "Resource": "*", 
      "Condition": { 
        "StringLike": { 
          "aws:ResourceTag/sagemaker:launch-source": "*" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:CreateRepository", 
        "ecr:DeleteRepository", 
        "ecr:TagResource" 
      ], 
      "Resource": [ 
        "arn:aws:ecr:*:*:repository/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
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      "Action": [ 
        "events:DescribeRule", 
        "events:DeleteRule", 
        "events:DisableRule", 
        "events:EnableRule", 
        "events:PutRule", 
        "events:PutTargets", 
        "events:RemoveTargets" 
      ], 
      "Resource": [ 
        "arn:aws:events:*:*:rule/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "firehose:CreateDeliveryStream", 
        "firehose:DeleteDeliveryStream", 
        "firehose:DescribeDeliveryStream", 
        "firehose:StartDeliveryStreamEncryption", 
        "firehose:StopDeliveryStreamEncryption", 
        "firehose:UpdateDestination" 
      ], 
      "Resource": "arn:aws:firehose:*:*:deliverystream/sagemaker-*" 
    }, 
    { 
        "Effect": "Allow", 
      "Action": [ 
        "glue:CreateDatabase", 
        "glue:DeleteDatabase" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/sagemaker-*", 
        "arn:aws:glue:*:*:table/sagemaker-*", 
        "arn:aws:glue:*:*:userDefinedFunction/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateClassifier", 
        "glue:DeleteClassifier", 
        "glue:DeleteCrawler", 
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        "glue:DeleteJob", 
        "glue:DeleteTrigger", 
        "glue:DeleteWorkflow", 
        "glue:StopCrawler" 
      ], 
      "Resource": [ 
        "*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateWorkflow" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:workflow/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateJob" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:job/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateCrawler", 
        "glue:GetCrawler" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:crawler/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:CreateTrigger", 
        "glue:GetTrigger" 
      ], 
      "Resource": [ 
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        "arn:aws:glue:*:*:trigger/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/AmazonSageMakerServiceCatalog*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:AddPermission", 
        "lambda:CreateFunction", 
        "lambda:DeleteFunction", 
        "lambda:GetFunction", 
        "lambda:GetFunctionConfiguration", 
        "lambda:InvokeFunction", 
        "lambda:RemovePermission" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "lambda:TagResource", 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ], 
      "Condition": { 
        "ForAllValues:StringLike": { 
          "aws:TagKeys": [ 
            "sagemaker:*" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
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        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogGroup", 
        "logs:DeleteLogStream", 
        "logs:DescribeLogGroups", 
        "logs:DescribeLogStreams", 
        "logs:PutRetentionPolicy" 
      ], 
      "Resource": [ 
        "arn:aws:logs:*:*:log-group:/aws/apigateway/AccessLogs/*", 
        "arn:aws:logs:*:*:log-group::log-stream:*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "s3:GetObject", 
      "Resource": "*", 
      "Condition": { 
        "StringEquals": { 
          "s3:ExistingObjectTag/servicecatalog:provisioning": "true" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "s3:GetObject", 
      "Resource": [ 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
        "s3:DeleteBucket", 
        "s3:DeleteBucketPolicy", 
        "s3:GetBucketPolicy", 
        "s3:PutBucketAcl", 
        "s3:PutBucketNotification", 
        "s3:PutBucketPolicy", 
        "s3:PutBucketPublicAccessBlock", 
        "s3:PutBucketLogging", 
        "s3:PutEncryptionConfiguration", 
        "s3:PutBucketTagging", 
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        "s3:PutObjectTagging", 
        "s3:PutBucketCORS" 
      ], 
      "Resource": "arn:aws:s3:::sagemaker-*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateWorkteam", 
        "sagemaker:DeleteEndpoint", 
        "sagemaker:DeleteEndpointConfig", 
        "sagemaker:DeleteModel", 
        "sagemaker:DeleteWorkteam", 
        "sagemaker:DescribeModel", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeWorkteam", 
        "sagemaker:CreateCodeRepository", 
        "sagemaker:DescribeCodeRepository", 
        "sagemaker:UpdateCodeRepository", 
        "sagemaker:DeleteCodeRepository" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddTags" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:endpoint/*", 
        "arn:aws:sagemaker:*:*:endpoint-config/*", 
        "arn:aws:sagemaker:*:*:model/*", 
        "arn:aws:sagemaker:*:*:pipeline/*", 
        "arn:aws:sagemaker:*:*:project/*", 
        "arn:aws:sagemaker:*:*:model-package/*" 
      ], 
      "Condition": { 
        "ForAllValues:StringLike": { 
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          "aws:TagKeys": [ 
            "sagemaker:*" 
          ] 
        } 
      } 
  }, 
  { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:CreateImage", 
        "sagemaker:DeleteImage", 
        "sagemaker:DescribeImage", 
        "sagemaker:UpdateImage", 
        "sagemaker:ListTags" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:image/*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "states:CreateStateMachine", 
        "states:DeleteStateMachine", 
        "states:UpdateStateMachine" 
      ], 
      "Resource": [ 
        "arn:aws:states:*:*:stateMachine:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "codestar-connections:PassConnection", 
      "Resource": "arn:aws:codestar-connections:*:*:connection/*", 
      "Condition": { 
        "StringEquals": { 
          "codestar-connections:PassedToService": "codepipeline.amazonaws.com" 
        } 
      } 
    } 
  ]
}
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AWSpolítica gerenciada: AmazonSageMakerPartnerServiceCatalogProducts 
ApiGatewayServiceRolePolicy

Essa política é usada pelo Amazon API Gateway nos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados pelo 
API Gateway que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• lambda: invoca uma função criada por um modelo de parceiro.

• sagemaker: invoca um endpoint criado por um modelo de parceiro.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "lambda:InvokeFunction", 
      "Resource": "arn:aws:lambda:*:*:function:sagemaker-*", 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        }, 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": "sagemaker:InvokeEndpoint", 
      "Resource": "arn:aws:sagemaker:*:*:endpoint/*", 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        }, 
        "StringEquals": { 
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          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerPartnerServiceCatalogProducts 
CloudFormationServiceRolePolicy

Essa política é usada AWS CloudFormation dentro dos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados por 
AWS CloudFormation ela que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• iam: passa os perfis AmazonSageMakerServiceCatalogProductsLambdaRole e
AmazonSageMakerServiceCatalogProductsApiGatewayRole.

• lambda: cria, atualiza, exclui e invoca funções de AWS Lambda; recupera, publica e exclui 
versões de uma camada Lambda.

• apigateway: cria, atualiza e exclui recursos do Amazon API Gateway.

• s3: recupera o arquivo lambda-auth-code/layer.zip de um bucket do Amazon Simple 
Storage Service (Amazon S3).

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsLambdaRole" 
      ], 
      "Condition": { 
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        "StringEquals": { 
          "iam:PassedToService": "lambda.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsApiGatewayRole" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": "apigateway.amazonaws.com" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:DeleteFunction", 
        "lambda:UpdateFunctionCode", 
        "lambda:ListTags", 
        "lambda:InvokeFunction" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ], 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:CreateFunction", 
        "lambda:TagResource" 
      ], 
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      "Resource": [ 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ], 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        }, 
        "ForAnyValue:StringEquals": { 
          "aws:TagKeys": [ 
            "sagemaker:project-name", 
            "sagemaker:partner" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "lambda:PublishLayerVersion", 
        "lambda:GetLayerVersion", 
        "lambda:DeleteLayerVersion", 
        "lambda:GetFunction" 
      ], 
      "Resource": [ 
        "arn:aws:lambda:*:*:layer:sagemaker-*", 
        "arn:aws:lambda:*:*:function:sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:GET", 
        "apigateway:DELETE", 
        "apigateway:PATCH", 
        "apigateway:POST", 
        "apigateway:PUT" 
      ], 
      "Resource": [ 
        "arn:aws:apigateway:*::/restapis/*", 
        "arn:aws:apigateway:*::/restapis" 
      ], 
      "Condition": { 
        "Null": { 
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          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "apigateway:POST", 
        "apigateway:PUT" 
      ], 
      "Resource": [ 
        "arn:aws:apigateway:*::/restapis", 
        "arn:aws:apigateway:*::/tags/*" 
      ], 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:project-name": "false", 
          "aws:ResourceTag/sagemaker:partner": "false" 
        }, 
        "ForAnyValue:StringEquals": { 
          "aws:TagKeys": [ 
            "sagemaker:project-name", 
            "sagemaker:partner" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:GetObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::sagemaker-*/lambda-auth-code/layer.zip" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    } 
  ]

AWSPolíticas gerenciadas para SageMaker 6156



Amazon SageMaker Guia do Desenvolvedor

}

AWSpolítica gerenciada: AmazonSageMakerPartnerServiceCatalogProducts 
LambdaServiceRolePolicy

Essa política é usada AWS Lambda dentro dos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados pelo 
Lambda que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• secretsmanager: recupera dados de segredos fornecidos pelo parceiro para um modelo de 
parceiro.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "secretsmanager:GetSecretValue", 
      "Resource": "arn:aws:secretsmanager:*:*:secret:*", 
      "Condition": { 
        "Null": { 
          "aws:ResourceTag/sagemaker:partner": false 
        }, 
        "StringEquals": { 
          "aws:ResourceAccount": "${aws:PrincipalAccount}" 
        } 
      } 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsApiGatewayServiceRolePolicy

Essa política é usada pelo Amazon API Gateway nos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
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AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados pelo 
API Gateway que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• logs— Crie e leia grupos, fluxos e eventos de CloudWatch registros; atualize eventos; descreva 
vários recursos.

Essas permissões são limitadas aos recursos cujo prefixo do grupo de registros começa com “aws/
apigateway/”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:DescribeLogGroups", 
        "logs:DescribeLogStreams", 
        "logs:DescribeResourcePolicies", 
        "logs:DescribeDestinations", 
        "logs:DescribeExportTasks", 
        "logs:DescribeMetricFilters", 
        "logs:DescribeQueries", 
        "logs:DescribeQueryDefinitions", 
        "logs:DescribeSubscriptionFilters", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery" 
      ], 
      "Resource": "arn:aws:logs:*:*:log-group:/aws/apigateway/*" 
    } 
  ]
}
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AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsCloudformation 
ServiceRolePolicy

Essa política é usada AWS CloudFormation dentro dos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados por 
AWS CloudFormation ela que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• sagemaker— Permita o acesso a vários SageMaker recursos, excluindo domínios, perfis de 
usuário, aplicativos e definições de fluxo.

• iam: passa os perfis AmazonSageMakerServiceCatalogProductsCodeBuildRole e
AmazonSageMakerServiceCatalogProductsExecutionRole.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddAssociation", 
        "sagemaker:AddTags", 
        "sagemaker:AssociateTrialComponent", 
        "sagemaker:BatchDescribeModelPackage", 
        "sagemaker:BatchGetMetrics", 
        "sagemaker:BatchGetRecord", 
        "sagemaker:BatchPutMetrics", 
        "sagemaker:CreateAction", 
        "sagemaker:CreateAlgorithm", 
        "sagemaker:CreateApp", 
        "sagemaker:CreateAppImageConfig", 
        "sagemaker:CreateArtifact", 
        "sagemaker:CreateAutoMLJob", 
        "sagemaker:CreateCodeRepository", 
        "sagemaker:CreateCompilationJob", 
        "sagemaker:CreateContext", 
        "sagemaker:CreateDataQualityJobDefinition", 
        "sagemaker:CreateDeviceFleet", 
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        "sagemaker:CreateDomain", 
        "sagemaker:CreateEdgePackagingJob", 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateExperiment", 
        "sagemaker:CreateFeatureGroup", 
        "sagemaker:CreateFlowDefinition", 
        "sagemaker:CreateHumanTaskUi", 
        "sagemaker:CreateHyperParameterTuningJob", 
        "sagemaker:CreateImage", 
        "sagemaker:CreateImageVersion", 
        "sagemaker:CreateInferenceRecommendationsJob", 
        "sagemaker:CreateLabelingJob", 
        "sagemaker:CreateLineageGroupPolicy", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateModelBiasJobDefinition", 
        "sagemaker:CreateModelExplainabilityJobDefinition", 
        "sagemaker:CreateModelPackage", 
        "sagemaker:CreateModelPackageGroup", 
        "sagemaker:CreateModelQualityJobDefinition", 
        "sagemaker:CreateMonitoringSchedule", 
        "sagemaker:CreateNotebookInstance", 
        "sagemaker:CreateNotebookInstanceLifecycleConfig", 
        "sagemaker:CreatePipeline", 
        "sagemaker:CreatePresignedDomainUrl", 
        "sagemaker:CreatePresignedNotebookInstanceUrl", 
        "sagemaker:CreateProcessingJob", 
        "sagemaker:CreateProject", 
        "sagemaker:CreateTrainingJob", 
        "sagemaker:CreateTransformJob", 
        "sagemaker:CreateTrial", 
        "sagemaker:CreateTrialComponent", 
        "sagemaker:CreateUserProfile", 
        "sagemaker:CreateWorkforce", 
        "sagemaker:CreateWorkteam", 
        "sagemaker:DeleteAction", 
        "sagemaker:DeleteAlgorithm", 
        "sagemaker:DeleteApp", 
        "sagemaker:DeleteAppImageConfig", 
        "sagemaker:DeleteArtifact", 
        "sagemaker:DeleteAssociation", 
        "sagemaker:DeleteCodeRepository", 
        "sagemaker:DeleteContext", 
        "sagemaker:DeleteDataQualityJobDefinition", 
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        "sagemaker:DeleteDeviceFleet", 
        "sagemaker:DeleteDomain", 
        "sagemaker:DeleteEndpoint", 
        "sagemaker:DeleteEndpointConfig", 
        "sagemaker:DeleteExperiment", 
        "sagemaker:DeleteFeatureGroup", 
        "sagemaker:DeleteFlowDefinition", 
        "sagemaker:DeleteHumanLoop", 
        "sagemaker:DeleteHumanTaskUi", 
        "sagemaker:DeleteImage", 
        "sagemaker:DeleteImageVersion", 
        "sagemaker:DeleteLineageGroupPolicy", 
        "sagemaker:DeleteModel", 
        "sagemaker:DeleteModelBiasJobDefinition", 
        "sagemaker:DeleteModelExplainabilityJobDefinition", 
        "sagemaker:DeleteModelPackage", 
        "sagemaker:DeleteModelPackageGroup", 
        "sagemaker:DeleteModelPackageGroupPolicy", 
        "sagemaker:DeleteModelQualityJobDefinition", 
        "sagemaker:DeleteMonitoringSchedule", 
        "sagemaker:DeleteNotebookInstance", 
        "sagemaker:DeleteNotebookInstanceLifecycleConfig", 
        "sagemaker:DeletePipeline", 
        "sagemaker:DeleteProject", 
        "sagemaker:DeleteRecord", 
        "sagemaker:DeleteTags", 
        "sagemaker:DeleteTrial", 
        "sagemaker:DeleteTrialComponent", 
        "sagemaker:DeleteUserProfile", 
        "sagemaker:DeleteWorkforce", 
        "sagemaker:DeleteWorkteam", 
        "sagemaker:DeregisterDevices", 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeAlgorithm", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeAppImageConfig", 
        "sagemaker:DescribeArtifact", 
        "sagemaker:DescribeAutoMLJob", 
        "sagemaker:DescribeCodeRepository", 
        "sagemaker:DescribeCompilationJob", 
        "sagemaker:DescribeContext", 
        "sagemaker:DescribeDataQualityJobDefinition", 
        "sagemaker:DescribeDevice", 
        "sagemaker:DescribeDeviceFleet", 
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        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeEdgePackagingJob", 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:DescribeExperiment", 
        "sagemaker:DescribeFeatureGroup", 
        "sagemaker:DescribeFlowDefinition", 
        "sagemaker:DescribeHumanLoop", 
        "sagemaker:DescribeHumanTaskUi", 
        "sagemaker:DescribeHyperParameterTuningJob", 
        "sagemaker:DescribeImage", 
        "sagemaker:DescribeImageVersion", 
        "sagemaker:DescribeInferenceRecommendationsJob", 
        "sagemaker:DescribeLabelingJob", 
        "sagemaker:DescribeLineageGroup", 
        "sagemaker:DescribeModel", 
        "sagemaker:DescribeModelBiasJobDefinition", 
        "sagemaker:DescribeModelExplainabilityJobDefinition", 
        "sagemaker:DescribeModelPackage", 
        "sagemaker:DescribeModelPackageGroup", 
        "sagemaker:DescribeModelQualityJobDefinition", 
        "sagemaker:DescribeMonitoringSchedule", 
        "sagemaker:DescribeNotebookInstance", 
        "sagemaker:DescribeNotebookInstanceLifecycleConfig", 
        "sagemaker:DescribePipeline", 
        "sagemaker:DescribePipelineDefinitionForExecution", 
        "sagemaker:DescribePipelineExecution", 
        "sagemaker:DescribeProcessingJob", 
        "sagemaker:DescribeProject", 
        "sagemaker:DescribeSubscribedWorkteam", 
        "sagemaker:DescribeTrainingJob", 
        "sagemaker:DescribeTransformJob", 
        "sagemaker:DescribeTrial", 
        "sagemaker:DescribeTrialComponent", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeWorkforce", 
        "sagemaker:DescribeWorkteam", 
        "sagemaker:DisableSagemakerServicecatalogPortfolio", 
        "sagemaker:DisassociateTrialComponent", 
        "sagemaker:EnableSagemakerServicecatalogPortfolio", 
        "sagemaker:GetDeviceFleetReport", 
        "sagemaker:GetDeviceRegistration", 
        "sagemaker:GetLineageGroupPolicy", 
        "sagemaker:GetModelPackageGroupPolicy", 
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        "sagemaker:GetRecord", 
        "sagemaker:GetSagemakerServicecatalogPortfolioStatus", 
        "sagemaker:GetSearchSuggestions", 
        "sagemaker:InvokeEndpoint", 
        "sagemaker:InvokeEndpointAsync", 
        "sagemaker:ListActions", 
        "sagemaker:ListAlgorithms", 
        "sagemaker:ListAppImageConfigs", 
        "sagemaker:ListApps", 
        "sagemaker:ListArtifacts", 
        "sagemaker:ListAssociations", 
        "sagemaker:ListAutoMLJobs", 
        "sagemaker:ListCandidatesForAutoMLJob", 
        "sagemaker:ListCodeRepositories", 
        "sagemaker:ListCompilationJobs", 
        "sagemaker:ListContexts", 
        "sagemaker:ListDataQualityJobDefinitions", 
        "sagemaker:ListDeviceFleets", 
        "sagemaker:ListDevices", 
        "sagemaker:ListDomains", 
        "sagemaker:ListEdgePackagingJobs", 
        "sagemaker:ListEndpointConfigs", 
        "sagemaker:ListEndpoints", 
        "sagemaker:ListExperiments", 
        "sagemaker:ListFeatureGroups", 
        "sagemaker:ListFlowDefinitions", 
        "sagemaker:ListHumanLoops", 
        "sagemaker:ListHumanTaskUis", 
        "sagemaker:ListHyperParameterTuningJobs", 
        "sagemaker:ListImageVersions", 
        "sagemaker:ListImages", 
        "sagemaker:ListInferenceRecommendationsJobs", 
        "sagemaker:ListLabelingJobs", 
        "sagemaker:ListLabelingJobsForWorkteam", 
        "sagemaker:ListLineageGroups", 
        "sagemaker:ListModelBiasJobDefinitions", 
        "sagemaker:ListModelExplainabilityJobDefinitions", 
        "sagemaker:ListModelMetadata", 
        "sagemaker:ListModelPackageGroups", 
        "sagemaker:ListModelPackages", 
        "sagemaker:ListModelQualityJobDefinitions", 
        "sagemaker:ListModels", 
        "sagemaker:ListMonitoringExecutions", 
        "sagemaker:ListMonitoringSchedules", 
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        "sagemaker:ListNotebookInstanceLifecycleConfigs", 
        "sagemaker:ListNotebookInstances", 
        "sagemaker:ListPipelineExecutionSteps", 
        "sagemaker:ListPipelineExecutions", 
        "sagemaker:ListPipelineParametersForExecution", 
        "sagemaker:ListPipelines", 
        "sagemaker:ListProcessingJobs", 
        "sagemaker:ListProjects", 
        "sagemaker:ListSubscribedWorkteams", 
        "sagemaker:ListTags", 
        "sagemaker:ListTrainingJobs", 
        "sagemaker:ListTrainingJobsForHyperParameterTuningJob", 
        "sagemaker:ListTransformJobs", 
        "sagemaker:ListTrialComponents", 
        "sagemaker:ListTrials", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListWorkforces", 
        "sagemaker:ListWorkteams", 
        "sagemaker:PutLineageGroupPolicy", 
        "sagemaker:PutModelPackageGroupPolicy", 
        "sagemaker:PutRecord", 
        "sagemaker:QueryLineage", 
        "sagemaker:RegisterDevices", 
        "sagemaker:RenderUiTemplate", 
        "sagemaker:Search", 
        "sagemaker:SendHeartbeat", 
        "sagemaker:SendPipelineExecutionStepFailure", 
        "sagemaker:SendPipelineExecutionStepSuccess", 
        "sagemaker:StartHumanLoop", 
        "sagemaker:StartMonitoringSchedule", 
        "sagemaker:StartNotebookInstance", 
        "sagemaker:StartPipelineExecution", 
        "sagemaker:StopAutoMLJob", 
        "sagemaker:StopCompilationJob", 
        "sagemaker:StopEdgePackagingJob", 
        "sagemaker:StopHumanLoop", 
        "sagemaker:StopHyperParameterTuningJob", 
        "sagemaker:StopInferenceRecommendationsJob", 
        "sagemaker:StopLabelingJob", 
        "sagemaker:StopMonitoringSchedule", 
        "sagemaker:StopNotebookInstance", 
        "sagemaker:StopPipelineExecution", 
        "sagemaker:StopProcessingJob", 
        "sagemaker:StopTrainingJob", 
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        "sagemaker:StopTransformJob", 
        "sagemaker:UpdateAction", 
        "sagemaker:UpdateAppImageConfig", 
        "sagemaker:UpdateArtifact", 
        "sagemaker:UpdateCodeRepository", 
        "sagemaker:UpdateContext", 
        "sagemaker:UpdateDeviceFleet", 
        "sagemaker:UpdateDevices", 
        "sagemaker:UpdateDomain", 
        "sagemaker:UpdateEndpoint", 
        "sagemaker:UpdateEndpointWeightsAndCapacities", 
        "sagemaker:UpdateExperiment", 
        "sagemaker:UpdateImage", 
        "sagemaker:UpdateModelPackage", 
        "sagemaker:UpdateMonitoringSchedule", 
        "sagemaker:UpdateNotebookInstance", 
        "sagemaker:UpdateNotebookInstanceLifecycleConfig", 
        "sagemaker:UpdatePipeline", 
        "sagemaker:UpdatePipelineExecution", 
        "sagemaker:UpdateProject", 
        "sagemaker:UpdateTrainingJob", 
        "sagemaker:UpdateTrial", 
        "sagemaker:UpdateTrialComponent", 
        "sagemaker:UpdateUserProfile", 
        "sagemaker:UpdateWorkforce", 
        "sagemaker:UpdateWorkteam" 
      ], 
      "NotResource": [ 
        "arn:aws:sagemaker:*:*:domain/*", 
        "arn:aws:sagemaker:*:*:user-profile/*", 
        "arn:aws:sagemaker:*:*:app/*", 
        "arn:aws:sagemaker:*:*:flow-definition/*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCodeBuildRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsExecutionRole" 
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      ] 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsCode BuildServiceRolePolicy

Essa política é usada AWS CodeBuild dentro dos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados por 
CodeBuild ela que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• sagemaker— Permitir acesso a vários SageMaker recursos.

• codecommit— Faça upload CodeCommit de arquivos para CodeBuild pipelines, obtenha o status 
do upload e cancele os uploads; obtenha as informações da filial e confirme. Essas permissões 
são limitadas aos recursos cujo nome começa com “sagemaker-”.

• ecr: cria repositórios e imagens de contêineres do Amazon ECR; faz o upload de camadas de 
imagem. Essas permissões são limitadas aos repositórios cujo nome começa com “sagemaker-”.

ecr: lê todos os recursos.

• iam: passa os seguintes perfis:

• AmazonSageMakerServiceCatalogProductsCloudformationRole para AWS 
CloudFormation.

• AmazonSageMakerServiceCatalogProductsCodeBuildRole para AWS CodeBuild.

• AmazonSageMakerServiceCatalogProductsCodePipelineRole para AWS 
CodePipeline.

• AmazonSageMakerServiceCatalogProductsEventsRolepara a Amazon EventBridge.

• AmazonSageMakerServiceCatalogProductsExecutionRolepara a Amazon SageMaker.

• logs— Crie e leia grupos, fluxos e eventos de CloudWatch registros; atualize eventos; descreva 
vários recursos.

Essas permissões são limitadas aos recursos cujo prefixo do nome começa com “aws/codebuild/”.
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• s3: cria, lê e lista os buckets do Amazon S3. Essas permissões são limitadas aos buckets cujo 
nome começa com “sagemaker-”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codecommit:CancelUploadArchive", 
        "codecommit:GetBranch", 
        "codecommit:GetCommit", 
        "codecommit:GetUploadArchiveStatus", 
        "codecommit:UploadArchive" 
      ], 
      "Resource": "arn:aws:codecommit:*:*:sagemaker-*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:BatchCheckLayerAvailability", 
        "ecr:BatchGetImage", 
        "ecr:DescribeImageScanFindings", 
        "ecr:DescribeRegistry", 
        "ecr:DescribeImageReplicationStatus", 
        "ecr:DescribeRepositories", 
        "ecr:DescribeImageReplicationStatus", 
        "ecr:GetAuthorizationToken", 
        "ecr:GetDownloadUrlForLayer" 
      ], 
      "Resource": [ 
        "*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:CompleteLayerUpload", 
        "ecr:CreateRepository", 
        "ecr:InitiateLayerUpload", 
        "ecr:PutImage", 
        "ecr:UploadLayerPart" 
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      ], 
      "Resource": [ 
        "arn:aws:ecr:*:*:repository/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsEventsRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCodePipelineRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCloudformationRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCodeBuildRole", 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsExecutionRole" 
      ], 
      "Condition": { 
        "StringEquals": { 
          "iam:PassedToService": [ 
            "events.amazonaws.com", 
            "codepipeline.amazonaws.com", 
            "cloudformation.amazonaws.com", 
            "codebuild.amazonaws.com", 
            "sagemaker.amazonaws.com" 
          ] 
        } 
      } 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:DescribeLogGroups", 
        "logs:DescribeLogStreams", 
        "logs:DescribeResourcePolicies", 
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        "logs:DescribeDestinations", 
        "logs:DescribeExportTasks", 
        "logs:DescribeMetricFilters", 
        "logs:DescribeQueries", 
        "logs:DescribeQueryDefinitions", 
        "logs:DescribeSubscriptionFilters", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:ListLogDeliveries", 
        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery" 
      ], 
      "Resource": "arn:aws:logs:*:*:log-group:/aws/codebuild/*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
        "s3:DeleteBucket", 
        "s3:GetBucketAcl", 
        "s3:GetBucketCors", 
        "s3:GetBucketLocation", 
        "s3:ListAllMyBuckets", 
        "s3:ListBucket", 
        "s3:ListBucketMultipartUploads", 
        "s3:PutBucketCors", 
        "s3:AbortMultipartUpload", 
        "s3:DeleteObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:PutObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddAssociation", 
        "sagemaker:AddTags", 
        "sagemaker:AssociateTrialComponent", 
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        "sagemaker:BatchDescribeModelPackage", 
        "sagemaker:BatchGetMetrics", 
        "sagemaker:BatchGetRecord", 
        "sagemaker:BatchPutMetrics", 
        "sagemaker:CreateAction", 
        "sagemaker:CreateAlgorithm", 
        "sagemaker:CreateApp", 
        "sagemaker:CreateAppImageConfig", 
        "sagemaker:CreateArtifact", 
        "sagemaker:CreateAutoMLJob", 
        "sagemaker:CreateCodeRepository", 
        "sagemaker:CreateCompilationJob", 
        "sagemaker:CreateContext", 
        "sagemaker:CreateDataQualityJobDefinition", 
        "sagemaker:CreateDeviceFleet", 
        "sagemaker:CreateDomain", 
        "sagemaker:CreateEdgePackagingJob", 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateExperiment", 
        "sagemaker:CreateFeatureGroup", 
        "sagemaker:CreateFlowDefinition", 
        "sagemaker:CreateHumanTaskUi", 
        "sagemaker:CreateHyperParameterTuningJob", 
        "sagemaker:CreateImage", 
        "sagemaker:CreateImageVersion", 
        "sagemaker:CreateInferenceRecommendationsJob", 
        "sagemaker:CreateLabelingJob", 
        "sagemaker:CreateLineageGroupPolicy", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateModelBiasJobDefinition", 
        "sagemaker:CreateModelExplainabilityJobDefinition", 
        "sagemaker:CreateModelPackage", 
        "sagemaker:CreateModelPackageGroup", 
        "sagemaker:CreateModelQualityJobDefinition", 
        "sagemaker:CreateMonitoringSchedule", 
        "sagemaker:CreateNotebookInstance", 
        "sagemaker:CreateNotebookInstanceLifecycleConfig", 
        "sagemaker:CreatePipeline", 
        "sagemaker:CreatePresignedDomainUrl", 
        "sagemaker:CreatePresignedNotebookInstanceUrl", 
        "sagemaker:CreateProcessingJob", 
        "sagemaker:CreateProject", 
        "sagemaker:CreateTrainingJob", 
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        "sagemaker:CreateTransformJob", 
        "sagemaker:CreateTrial", 
        "sagemaker:CreateTrialComponent", 
        "sagemaker:CreateUserProfile", 
        "sagemaker:CreateWorkforce", 
        "sagemaker:CreateWorkteam", 
        "sagemaker:DeleteAction", 
        "sagemaker:DeleteAlgorithm", 
        "sagemaker:DeleteApp", 
        "sagemaker:DeleteAppImageConfig", 
        "sagemaker:DeleteArtifact", 
        "sagemaker:DeleteAssociation", 
        "sagemaker:DeleteCodeRepository", 
        "sagemaker:DeleteContext", 
        "sagemaker:DeleteDataQualityJobDefinition", 
        "sagemaker:DeleteDeviceFleet", 
        "sagemaker:DeleteDomain", 
        "sagemaker:DeleteEndpoint", 
        "sagemaker:DeleteEndpointConfig", 
        "sagemaker:DeleteExperiment", 
        "sagemaker:DeleteFeatureGroup", 
        "sagemaker:DeleteFlowDefinition", 
        "sagemaker:DeleteHumanLoop", 
        "sagemaker:DeleteHumanTaskUi", 
        "sagemaker:DeleteImage", 
        "sagemaker:DeleteImageVersion", 
        "sagemaker:DeleteLineageGroupPolicy", 
        "sagemaker:DeleteModel", 
        "sagemaker:DeleteModelBiasJobDefinition", 
        "sagemaker:DeleteModelExplainabilityJobDefinition", 
        "sagemaker:DeleteModelPackage", 
        "sagemaker:DeleteModelPackageGroup", 
        "sagemaker:DeleteModelPackageGroupPolicy", 
        "sagemaker:DeleteModelQualityJobDefinition", 
        "sagemaker:DeleteMonitoringSchedule", 
        "sagemaker:DeleteNotebookInstance", 
        "sagemaker:DeleteNotebookInstanceLifecycleConfig", 
        "sagemaker:DeletePipeline", 
        "sagemaker:DeleteProject", 
        "sagemaker:DeleteRecord", 
        "sagemaker:DeleteTags", 
        "sagemaker:DeleteTrial", 
        "sagemaker:DeleteTrialComponent", 
        "sagemaker:DeleteUserProfile", 
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        "sagemaker:DeleteWorkforce", 
        "sagemaker:DeleteWorkteam", 
        "sagemaker:DeregisterDevices", 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeAlgorithm", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeAppImageConfig", 
        "sagemaker:DescribeArtifact", 
        "sagemaker:DescribeAutoMLJob", 
        "sagemaker:DescribeCodeRepository", 
        "sagemaker:DescribeCompilationJob", 
        "sagemaker:DescribeContext", 
        "sagemaker:DescribeDataQualityJobDefinition", 
        "sagemaker:DescribeDevice", 
        "sagemaker:DescribeDeviceFleet", 
        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeEdgePackagingJob", 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:DescribeExperiment", 
        "sagemaker:DescribeFeatureGroup", 
        "sagemaker:DescribeFlowDefinition", 
        "sagemaker:DescribeHumanLoop", 
        "sagemaker:DescribeHumanTaskUi", 
        "sagemaker:DescribeHyperParameterTuningJob", 
        "sagemaker:DescribeImage", 
        "sagemaker:DescribeImageVersion", 
        "sagemaker:DescribeInferenceRecommendationsJob", 
        "sagemaker:DescribeLabelingJob", 
        "sagemaker:DescribeLineageGroup", 
        "sagemaker:DescribeModel", 
        "sagemaker:DescribeModelBiasJobDefinition", 
        "sagemaker:DescribeModelExplainabilityJobDefinition", 
        "sagemaker:DescribeModelPackage", 
        "sagemaker:DescribeModelPackageGroup", 
        "sagemaker:DescribeModelQualityJobDefinition", 
        "sagemaker:DescribeMonitoringSchedule", 
        "sagemaker:DescribeNotebookInstance", 
        "sagemaker:DescribeNotebookInstanceLifecycleConfig", 
        "sagemaker:DescribePipeline", 
        "sagemaker:DescribePipelineDefinitionForExecution", 
        "sagemaker:DescribePipelineExecution", 
        "sagemaker:DescribeProcessingJob", 
        "sagemaker:DescribeProject", 
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        "sagemaker:DescribeSubscribedWorkteam", 
        "sagemaker:DescribeTrainingJob", 
        "sagemaker:DescribeTransformJob", 
        "sagemaker:DescribeTrial", 
        "sagemaker:DescribeTrialComponent", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeWorkforce", 
        "sagemaker:DescribeWorkteam", 
        "sagemaker:DisableSagemakerServicecatalogPortfolio", 
        "sagemaker:DisassociateTrialComponent", 
        "sagemaker:EnableSagemakerServicecatalogPortfolio", 
        "sagemaker:GetDeviceFleetReport", 
        "sagemaker:GetDeviceRegistration", 
        "sagemaker:GetLineageGroupPolicy", 
        "sagemaker:GetModelPackageGroupPolicy", 
        "sagemaker:GetRecord", 
        "sagemaker:GetSagemakerServicecatalogPortfolioStatus", 
        "sagemaker:GetSearchSuggestions", 
        "sagemaker:InvokeEndpoint", 
        "sagemaker:InvokeEndpointAsync", 
        "sagemaker:ListActions", 
        "sagemaker:ListAlgorithms", 
        "sagemaker:ListAppImageConfigs", 
        "sagemaker:ListApps", 
        "sagemaker:ListArtifacts", 
        "sagemaker:ListAssociations", 
        "sagemaker:ListAutoMLJobs", 
        "sagemaker:ListCandidatesForAutoMLJob", 
        "sagemaker:ListCodeRepositories", 
        "sagemaker:ListCompilationJobs", 
        "sagemaker:ListContexts", 
        "sagemaker:ListDataQualityJobDefinitions", 
        "sagemaker:ListDeviceFleets", 
        "sagemaker:ListDevices", 
        "sagemaker:ListDomains", 
        "sagemaker:ListEdgePackagingJobs", 
        "sagemaker:ListEndpointConfigs", 
        "sagemaker:ListEndpoints", 
        "sagemaker:ListExperiments", 
        "sagemaker:ListFeatureGroups", 
        "sagemaker:ListFlowDefinitions", 
        "sagemaker:ListHumanLoops", 
        "sagemaker:ListHumanTaskUis", 
        "sagemaker:ListHyperParameterTuningJobs", 
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        "sagemaker:ListImageVersions", 
        "sagemaker:ListImages", 
        "sagemaker:ListInferenceRecommendationsJobs", 
        "sagemaker:ListLabelingJobs", 
        "sagemaker:ListLabelingJobsForWorkteam", 
        "sagemaker:ListLineageGroups", 
        "sagemaker:ListModelBiasJobDefinitions", 
        "sagemaker:ListModelExplainabilityJobDefinitions", 
        "sagemaker:ListModelMetadata", 
        "sagemaker:ListModelPackageGroups", 
        "sagemaker:ListModelPackages", 
        "sagemaker:ListModelQualityJobDefinitions", 
        "sagemaker:ListModels", 
        "sagemaker:ListMonitoringExecutions", 
        "sagemaker:ListMonitoringSchedules", 
        "sagemaker:ListNotebookInstanceLifecycleConfigs", 
        "sagemaker:ListNotebookInstances", 
        "sagemaker:ListPipelineExecutionSteps", 
        "sagemaker:ListPipelineExecutions", 
        "sagemaker:ListPipelineParametersForExecution", 
        "sagemaker:ListPipelines", 
        "sagemaker:ListProcessingJobs", 
        "sagemaker:ListProjects", 
        "sagemaker:ListSubscribedWorkteams", 
        "sagemaker:ListTags", 
        "sagemaker:ListTrainingJobs", 
        "sagemaker:ListTrainingJobsForHyperParameterTuningJob", 
        "sagemaker:ListTransformJobs", 
        "sagemaker:ListTrialComponents", 
        "sagemaker:ListTrials", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListWorkforces", 
        "sagemaker:ListWorkteams", 
        "sagemaker:PutLineageGroupPolicy", 
        "sagemaker:PutModelPackageGroupPolicy", 
        "sagemaker:PutRecord", 
        "sagemaker:QueryLineage", 
        "sagemaker:RegisterDevices", 
        "sagemaker:RenderUiTemplate", 
        "sagemaker:Search", 
        "sagemaker:SendHeartbeat", 
        "sagemaker:SendPipelineExecutionStepFailure", 
        "sagemaker:SendPipelineExecutionStepSuccess", 
        "sagemaker:StartHumanLoop", 
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        "sagemaker:StartMonitoringSchedule", 
        "sagemaker:StartNotebookInstance", 
        "sagemaker:StartPipelineExecution", 
        "sagemaker:StopAutoMLJob", 
        "sagemaker:StopCompilationJob", 
        "sagemaker:StopEdgePackagingJob", 
        "sagemaker:StopHumanLoop", 
        "sagemaker:StopHyperParameterTuningJob", 
        "sagemaker:StopInferenceRecommendationsJob", 
        "sagemaker:StopLabelingJob", 
        "sagemaker:StopMonitoringSchedule", 
        "sagemaker:StopNotebookInstance", 
        "sagemaker:StopPipelineExecution", 
        "sagemaker:StopProcessingJob", 
        "sagemaker:StopTrainingJob", 
        "sagemaker:StopTransformJob", 
        "sagemaker:UpdateAction", 
        "sagemaker:UpdateAppImageConfig", 
        "sagemaker:UpdateArtifact", 
        "sagemaker:UpdateCodeRepository", 
        "sagemaker:UpdateContext", 
        "sagemaker:UpdateDeviceFleet", 
        "sagemaker:UpdateDevices", 
        "sagemaker:UpdateDomain", 
        "sagemaker:UpdateEndpoint", 
        "sagemaker:UpdateEndpointWeightsAndCapacities", 
        "sagemaker:UpdateExperiment", 
        "sagemaker:UpdateImage", 
        "sagemaker:UpdateModelPackage", 
        "sagemaker:UpdateMonitoringSchedule", 
        "sagemaker:UpdateNotebookInstance", 
        "sagemaker:UpdateNotebookInstanceLifecycleConfig", 
        "sagemaker:UpdatePipeline", 
        "sagemaker:UpdatePipelineExecution", 
        "sagemaker:UpdateProject", 
        "sagemaker:UpdateTrainingJob", 
        "sagemaker:UpdateTrial", 
        "sagemaker:UpdateTrialComponent", 
        "sagemaker:UpdateUserProfile", 
        "sagemaker:UpdateWorkforce", 
        "sagemaker:UpdateWorkteam" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:endpoint/*", 
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        "arn:aws:sagemaker:*:*:endpoint-config/*", 
        "arn:aws:sagemaker:*:*:model/*", 
        "arn:aws:sagemaker:*:*:pipeline/*", 
        "arn:aws:sagemaker:*:*:project/*", 
        "arn:aws:sagemaker:*:*:model-package/*" 
      ] 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsCode PipelineServiceRolePolicy

Essa política é usada AWS CodePipeline dentro dos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados por 
CodePipeline ela que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• cloudformation— criar, ler, excluir e atualizar CloudFormation pilhas; criar, ler, excluir e 
executar conjuntos de alterações; definir políticas de pilha. Essas permissões são limitadas aos 
recursos cujo nome começa com “sagemaker-”.

• s3: cria, lê, lista e exclui buckets do Amazon S3; adiciona, lê e exclui objetos dos buckets; lê e 
define a configuração do CORS; lê a lista de controle de acesso (ACL); e lê a região em que o 
AWS bucket reside.

Essas permissões são limitadas aos buckets cujo nome começa com “sagemaker-” ou "aws-glue-.

• iam: passa o perfil AmazonSageMakerServiceCatalogProductsCloudformationRole.

• codebuild— Obtenha informações de CodeBuild construção e inicie as construções. Essas 
permissões são limitadas aos recursos do projeto e da compilação cujo nome começa com 
“sagemaker-”.

• codecommit— Faça upload CodeCommit de arquivos para CodeBuild pipelines, obtenha o status 
do upload e cancele os uploads; obtenha as informações da filial e confirme.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
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    { 
      "Effect": "Allow", 
      "Action": [ 
        "cloudformation:CreateChangeSet", 
        "cloudformation:CreateStack", 
        "cloudformation:DescribeChangeSet", 
        "cloudformation:DeleteChangeSet", 
        "cloudformation:DeleteStack", 
        "cloudformation:DescribeStacks", 
        "cloudformation:ExecuteChangeSet", 
        "cloudformation:SetStackPolicy", 
        "cloudformation:UpdateStack" 
      ], 
      "Resource": "arn:aws:cloudformation:*:*:stack/sagemaker-*" 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:AbortMultipartUpload", 
        "s3:DeleteObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:PutObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:role/service-role/
AmazonSageMakerServiceCatalogProductsCloudformationRole" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codebuild:BatchGetBuilds", 
        "codebuild:StartBuild" 
      ], 
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      "Resource": [ 
        "arn:aws:codebuild:*:*:project/sagemaker-*", 
        "arn:aws:codebuild:*:*:build/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "codecommit:CancelUploadArchive", 
        "codecommit:GetBranch", 
        "codecommit:GetCommit", 
        "codecommit:GetUploadArchiveStatus", 
        "codecommit:UploadArchive" 
      ], 
      "Resource": "arn:aws:codecommit:*:*:sagemaker-*" 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsEvents ServiceRolePolicy

Essa política é usada pela Amazon EventBridge nos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados por 
EventBridge ela que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• codepipeline— Inicie uma CodeBuild execução. Essas permissões são limitadas aos pipelines 
cujo nome começa com “sagemaker-”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": "codepipeline:StartPipelineExecution", 
      "Resource": "arn:aws:codepipeline:*:*:sagemaker-*" 
    } 
  ]
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}

AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsFirehose ServiceRolePolicy

Essa política é usada pelo Amazon Kinesis Data Firehose AWS Service Catalog nos produtos 
provisionados do portfólio da Amazon. SageMaker A política deve ser anexada a uma função do 
IAM que a AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos 
criados pelo Kinesis Data Firehose que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• firehose: envia registros do Kinesis Data Firehose. Essas permissões são limitadas aos 
recursos cujo nome de fluxo de entrega começa com “sagemaker-”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Sid": "VisualEditor0", 
      "Effect": "Allow", 
      "Action": [ 
        "firehose:PutRecord", 
        "firehose:PutRecordBatch" 
      ], 
      "Resource": "arn:aws:firehose:*:*:deliverystream/sagemaker-*" 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsGlue ServiceRolePolicy

Essa política é usada pela AWS Glue nos produtos provisionados pelo AWS Service Catalog 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados pelo 
Glue que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.
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• glue: cria, lê e exclui partições, tabelas e versões de tabelas do AWS Glue. Essas permissões 
são limitadas aos recursos cujo nome começa com “sagemaker-”. Crie e leia bancos de 
dados AWS Glue. Essas permissões são limitadas a bancos de dados cujo nome é “default”, 
“global_temp” ou começa com “sagemaker-”. Obtenha as funções definidas pelo usuário.

• s3: cria, lê, lista e exclui buckets do Amazon S3; adiciona, lê e exclui objetos dos buckets; lê e 
define a configuração do CORS; lê a lista de controle de acesso (ACL) e lê a região da AWS em 
que o bucket reside.

Essas permissões são limitadas aos buckets cujo nome começa com “sagemaker-” ou "aws-glue-.

• logs— Crie, leia e exclua grupos de CloudWatch registros, fluxos e entregas de registros de 
registros e crie uma política de recursos.

Essas permissões são limitadas aos recursos cujo prefixo do nome começa com “aws/glue/”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "glue:BatchCreatePartition", 
        "glue:BatchDeletePartition", 
        "glue:BatchDeleteTable", 
        "glue:BatchDeleteTableVersion", 
        "glue:BatchGetPartition", 
        "glue:CreateDatabase", 
        "glue:CreatePartition", 
        "glue:CreateTable", 
        "glue:DeletePartition", 
        "glue:DeleteTable", 
        "glue:DeleteTableVersion", 
        "glue:GetDatabase", 
        "glue:GetPartition", 
        "glue:GetPartitions", 
        "glue:GetTable", 
        "glue:GetTables", 
        "glue:GetTableVersion", 
        "glue:GetTableVersions", 
        "glue:SearchTables", 
        "glue:UpdatePartition", 
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        "glue:UpdateTable", 
        "glue:GetUserDefinedFunctions" 
      ], 
      "Resource": [ 
        "arn:aws:glue:*:*:catalog", 
        "arn:aws:glue:*:*:database/default", 
        "arn:aws:glue:*:*:database/global_temp", 
        "arn:aws:glue:*:*:database/sagemaker-*", 
        "arn:aws:glue:*:*:table/sagemaker-*", 
        "arn:aws:glue:*:*:tableVersion/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:CreateBucket", 
        "s3:DeleteBucket", 
        "s3:GetBucketAcl", 
        "s3:GetBucketCors", 
        "s3:GetBucketLocation", 
        "s3:ListAllMyBuckets", 
        "s3:ListBucket", 
        "s3:ListBucketMultipartUploads", 
        "s3:PutBucketCors" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:AbortMultipartUpload", 
        "s3:DeleteObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:PutObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
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    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:Describe*", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:ListLogDeliveries", 
        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery" 
      ], 
      "Resource": "arn:aws:logs:*:*:log-group:/aws/glue/*" 
    } 
  ]
}

AWSpolítica gerenciada: AmazonSageMakerServiceCatalogProductsLambda ServiceRolePolicy

Essa política é usada AWS Lambda dentro dos produtos AWS Service Catalog provisionados 
do portfólio da Amazon SageMaker . A política deve ser anexada a uma função do IAM que a
AmazonSageMakerServiceCatalogProductsLaunchfunção passa para os AWS recursos criados pelo 
Lambda que exigem uma função.

Detalhes das permissões

Esta política inclui as seguintes permissões.

• sagemaker— Permitir acesso a vários SageMaker recursos.

• ecr: cria e exclui repositórios do Amazon ECR; cria, lê e exclui imagens de contêineres; faz 
upload de camadas de imagem. Essas permissões são limitadas aos repositórios cujo nome 
começa com “sagemaker-”.

• events— Crie, leia e exclua as EventBridge regras da Amazon; e crie e remova alvos. Essas 
permissões são limitadas às regras cujo nome começa com “sagemaker-”.

• s3: cria, lê, lista e exclui buckets do Amazon S3; adiciona, lê e exclui objetos dos buckets; lê e 
define a configuração do CORS; lê a lista de controle de acesso (ACL) e lê a região da AWS em 
que o bucket reside.
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Essas permissões são limitadas aos buckets cujo nome começa com “sagemaker-” ou "aws-glue-.

• iam: passa o perfil AmazonSageMakerServiceCatalogProductsExecutionRole.

• logs— Crie, leia e exclua grupos de CloudWatch registros, fluxos e entregas de registros de 
registros e crie uma política de recursos.

Essas permissões são limitadas aos recursos cujo prefixo do nome começa com “aws/lambda/”.

{ 
  "Version": "2012-10-17", 
  "Statement": [ 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "ecr:DescribeImages", 
        "ecr:BatchDeleteImage", 
        "ecr:CompleteLayerUpload", 
        "ecr:CreateRepository", 
        "ecr:DeleteRepository", 
        "ecr:InitiateLayerUpload", 
        "ecr:PutImage", 
        "ecr:UploadLayerPart" 
      ], 
      "Resource": [ 
        "arn:aws:ecr:*:*:repository/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "events:DeleteRule", 
        "events:DescribeRule", 
        "events:PutRule", 
        "events:PutTargets", 
        "events:RemoveTargets" 
      ], 
      "Resource": [ 
        "arn:aws:events:*:*:rule/sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
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      "Action": [ 
        "s3:CreateBucket", 
        "s3:DeleteBucket", 
        "s3:GetBucketAcl", 
        "s3:GetBucketCors", 
        "s3:GetBucketLocation", 
        "s3:ListAllMyBuckets", 
        "s3:ListBucket", 
        "s3:ListBucketMultipartUploads", 
        "s3:PutBucketCors" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "s3:AbortMultipartUpload", 
        "s3:DeleteObject", 
        "s3:GetObject", 
        "s3:GetObjectVersion", 
        "s3:PutObject" 
      ], 
      "Resource": [ 
        "arn:aws:s3:::aws-glue-*", 
        "arn:aws:s3:::sagemaker-*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "sagemaker:AddAssociation", 
        "sagemaker:AddTags", 
        "sagemaker:AssociateTrialComponent", 
        "sagemaker:BatchDescribeModelPackage", 
        "sagemaker:BatchGetMetrics", 
        "sagemaker:BatchGetRecord", 
        "sagemaker:BatchPutMetrics", 
        "sagemaker:CreateAction", 
        "sagemaker:CreateAlgorithm", 
        "sagemaker:CreateApp", 
        "sagemaker:CreateAppImageConfig", 
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        "sagemaker:CreateArtifact", 
        "sagemaker:CreateAutoMLJob", 
        "sagemaker:CreateCodeRepository", 
        "sagemaker:CreateCompilationJob", 
        "sagemaker:CreateContext", 
        "sagemaker:CreateDataQualityJobDefinition", 
        "sagemaker:CreateDeviceFleet", 
        "sagemaker:CreateDomain", 
        "sagemaker:CreateEdgePackagingJob", 
        "sagemaker:CreateEndpoint", 
        "sagemaker:CreateEndpointConfig", 
        "sagemaker:CreateExperiment", 
        "sagemaker:CreateFeatureGroup", 
        "sagemaker:CreateFlowDefinition", 
        "sagemaker:CreateHumanTaskUi", 
        "sagemaker:CreateHyperParameterTuningJob", 
        "sagemaker:CreateImage", 
        "sagemaker:CreateImageVersion", 
        "sagemaker:CreateInferenceRecommendationsJob", 
        "sagemaker:CreateLabelingJob", 
        "sagemaker:CreateLineageGroupPolicy", 
        "sagemaker:CreateModel", 
        "sagemaker:CreateModelBiasJobDefinition", 
        "sagemaker:CreateModelExplainabilityJobDefinition", 
        "sagemaker:CreateModelPackage", 
        "sagemaker:CreateModelPackageGroup", 
        "sagemaker:CreateModelQualityJobDefinition", 
        "sagemaker:CreateMonitoringSchedule", 
        "sagemaker:CreateNotebookInstance", 
        "sagemaker:CreateNotebookInstanceLifecycleConfig", 
        "sagemaker:CreatePipeline", 
        "sagemaker:CreatePresignedDomainUrl", 
        "sagemaker:CreatePresignedNotebookInstanceUrl", 
        "sagemaker:CreateProcessingJob", 
        "sagemaker:CreateProject", 
        "sagemaker:CreateTrainingJob", 
        "sagemaker:CreateTransformJob", 
        "sagemaker:CreateTrial", 
        "sagemaker:CreateTrialComponent", 
        "sagemaker:CreateUserProfile", 
        "sagemaker:CreateWorkforce", 
        "sagemaker:CreateWorkteam", 
        "sagemaker:DeleteAction", 
        "sagemaker:DeleteAlgorithm", 
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        "sagemaker:DeleteApp", 
        "sagemaker:DeleteAppImageConfig", 
        "sagemaker:DeleteArtifact", 
        "sagemaker:DeleteAssociation", 
        "sagemaker:DeleteCodeRepository", 
        "sagemaker:DeleteContext", 
        "sagemaker:DeleteDataQualityJobDefinition", 
        "sagemaker:DeleteDeviceFleet", 
        "sagemaker:DeleteDomain", 
        "sagemaker:DeleteEndpoint", 
        "sagemaker:DeleteEndpointConfig", 
        "sagemaker:DeleteExperiment", 
        "sagemaker:DeleteFeatureGroup", 
        "sagemaker:DeleteFlowDefinition", 
        "sagemaker:DeleteHumanLoop", 
        "sagemaker:DeleteHumanTaskUi", 
        "sagemaker:DeleteImage", 
        "sagemaker:DeleteImageVersion", 
        "sagemaker:DeleteLineageGroupPolicy", 
        "sagemaker:DeleteModel", 
        "sagemaker:DeleteModelBiasJobDefinition", 
        "sagemaker:DeleteModelExplainabilityJobDefinition", 
        "sagemaker:DeleteModelPackage", 
        "sagemaker:DeleteModelPackageGroup", 
        "sagemaker:DeleteModelPackageGroupPolicy", 
        "sagemaker:DeleteModelQualityJobDefinition", 
        "sagemaker:DeleteMonitoringSchedule", 
        "sagemaker:DeleteNotebookInstance", 
        "sagemaker:DeleteNotebookInstanceLifecycleConfig", 
        "sagemaker:DeletePipeline", 
        "sagemaker:DeleteProject", 
        "sagemaker:DeleteRecord", 
        "sagemaker:DeleteTags", 
        "sagemaker:DeleteTrial", 
        "sagemaker:DeleteTrialComponent", 
        "sagemaker:DeleteUserProfile", 
        "sagemaker:DeleteWorkforce", 
        "sagemaker:DeleteWorkteam", 
        "sagemaker:DeregisterDevices", 
        "sagemaker:DescribeAction", 
        "sagemaker:DescribeAlgorithm", 
        "sagemaker:DescribeApp", 
        "sagemaker:DescribeAppImageConfig", 
        "sagemaker:DescribeArtifact", 
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        "sagemaker:DescribeAutoMLJob", 
        "sagemaker:DescribeCodeRepository", 
        "sagemaker:DescribeCompilationJob", 
        "sagemaker:DescribeContext", 
        "sagemaker:DescribeDataQualityJobDefinition", 
        "sagemaker:DescribeDevice", 
        "sagemaker:DescribeDeviceFleet", 
        "sagemaker:DescribeDomain", 
        "sagemaker:DescribeEdgePackagingJob", 
        "sagemaker:DescribeEndpoint", 
        "sagemaker:DescribeEndpointConfig", 
        "sagemaker:DescribeExperiment", 
        "sagemaker:DescribeFeatureGroup", 
        "sagemaker:DescribeFlowDefinition", 
        "sagemaker:DescribeHumanLoop", 
        "sagemaker:DescribeHumanTaskUi", 
        "sagemaker:DescribeHyperParameterTuningJob", 
        "sagemaker:DescribeImage", 
        "sagemaker:DescribeImageVersion", 
        "sagemaker:DescribeInferenceRecommendationsJob", 
        "sagemaker:DescribeLabelingJob", 
        "sagemaker:DescribeLineageGroup", 
        "sagemaker:DescribeModel", 
        "sagemaker:DescribeModelBiasJobDefinition", 
        "sagemaker:DescribeModelExplainabilityJobDefinition", 
        "sagemaker:DescribeModelPackage", 
        "sagemaker:DescribeModelPackageGroup", 
        "sagemaker:DescribeModelQualityJobDefinition", 
        "sagemaker:DescribeMonitoringSchedule", 
        "sagemaker:DescribeNotebookInstance", 
        "sagemaker:DescribeNotebookInstanceLifecycleConfig", 
        "sagemaker:DescribePipeline", 
        "sagemaker:DescribePipelineDefinitionForExecution", 
        "sagemaker:DescribePipelineExecution", 
        "sagemaker:DescribeProcessingJob", 
        "sagemaker:DescribeProject", 
        "sagemaker:DescribeSubscribedWorkteam", 
        "sagemaker:DescribeTrainingJob", 
        "sagemaker:DescribeTransformJob", 
        "sagemaker:DescribeTrial", 
        "sagemaker:DescribeTrialComponent", 
        "sagemaker:DescribeUserProfile", 
        "sagemaker:DescribeWorkforce", 
        "sagemaker:DescribeWorkteam", 

AWSPolíticas gerenciadas para SageMaker 6187



Amazon SageMaker Guia do Desenvolvedor

        "sagemaker:DisableSagemakerServicecatalogPortfolio", 
        "sagemaker:DisassociateTrialComponent", 
        "sagemaker:EnableSagemakerServicecatalogPortfolio", 
        "sagemaker:GetDeviceFleetReport", 
        "sagemaker:GetDeviceRegistration", 
        "sagemaker:GetLineageGroupPolicy", 
        "sagemaker:GetModelPackageGroupPolicy", 
        "sagemaker:GetRecord", 
        "sagemaker:GetSagemakerServicecatalogPortfolioStatus", 
        "sagemaker:GetSearchSuggestions", 
        "sagemaker:InvokeEndpoint", 
        "sagemaker:InvokeEndpointAsync", 
        "sagemaker:ListActions", 
        "sagemaker:ListAlgorithms", 
        "sagemaker:ListAppImageConfigs", 
        "sagemaker:ListApps", 
        "sagemaker:ListArtifacts", 
        "sagemaker:ListAssociations", 
        "sagemaker:ListAutoMLJobs", 
        "sagemaker:ListCandidatesForAutoMLJob", 
        "sagemaker:ListCodeRepositories", 
        "sagemaker:ListCompilationJobs", 
        "sagemaker:ListContexts", 
        "sagemaker:ListDataQualityJobDefinitions", 
        "sagemaker:ListDeviceFleets", 
        "sagemaker:ListDevices", 
        "sagemaker:ListDomains", 
        "sagemaker:ListEdgePackagingJobs", 
        "sagemaker:ListEndpointConfigs", 
        "sagemaker:ListEndpoints", 
        "sagemaker:ListExperiments", 
        "sagemaker:ListFeatureGroups", 
        "sagemaker:ListFlowDefinitions", 
        "sagemaker:ListHumanLoops", 
        "sagemaker:ListHumanTaskUis", 
        "sagemaker:ListHyperParameterTuningJobs", 
        "sagemaker:ListImageVersions", 
        "sagemaker:ListImages", 
        "sagemaker:ListInferenceRecommendationsJobs", 
        "sagemaker:ListLabelingJobs", 
        "sagemaker:ListLabelingJobsForWorkteam", 
        "sagemaker:ListLineageGroups", 
        "sagemaker:ListModelBiasJobDefinitions", 
        "sagemaker:ListModelExplainabilityJobDefinitions", 
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        "sagemaker:ListModelMetadata", 
        "sagemaker:ListModelPackageGroups", 
        "sagemaker:ListModelPackages", 
        "sagemaker:ListModelQualityJobDefinitions", 
        "sagemaker:ListModels", 
        "sagemaker:ListMonitoringExecutions", 
        "sagemaker:ListMonitoringSchedules", 
        "sagemaker:ListNotebookInstanceLifecycleConfigs", 
        "sagemaker:ListNotebookInstances", 
        "sagemaker:ListPipelineExecutionSteps", 
        "sagemaker:ListPipelineExecutions", 
        "sagemaker:ListPipelineParametersForExecution", 
        "sagemaker:ListPipelines", 
        "sagemaker:ListProcessingJobs", 
        "sagemaker:ListProjects", 
        "sagemaker:ListSubscribedWorkteams", 
        "sagemaker:ListTags", 
        "sagemaker:ListTrainingJobs", 
        "sagemaker:ListTrainingJobsForHyperParameterTuningJob", 
        "sagemaker:ListTransformJobs", 
        "sagemaker:ListTrialComponents", 
        "sagemaker:ListTrials", 
        "sagemaker:ListUserProfiles", 
        "sagemaker:ListWorkforces", 
        "sagemaker:ListWorkteams", 
        "sagemaker:PutLineageGroupPolicy", 
        "sagemaker:PutModelPackageGroupPolicy", 
        "sagemaker:PutRecord", 
        "sagemaker:QueryLineage", 
        "sagemaker:RegisterDevices", 
        "sagemaker:RenderUiTemplate", 
        "sagemaker:Search", 
        "sagemaker:SendHeartbeat", 
        "sagemaker:SendPipelineExecutionStepFailure", 
        "sagemaker:SendPipelineExecutionStepSuccess", 
        "sagemaker:StartHumanLoop", 
        "sagemaker:StartMonitoringSchedule", 
        "sagemaker:StartNotebookInstance", 
        "sagemaker:StartPipelineExecution", 
        "sagemaker:StopAutoMLJob", 
        "sagemaker:StopCompilationJob", 
        "sagemaker:StopEdgePackagingJob", 
        "sagemaker:StopHumanLoop", 
        "sagemaker:StopHyperParameterTuningJob", 
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        "sagemaker:StopInferenceRecommendationsJob", 
        "sagemaker:StopLabelingJob", 
        "sagemaker:StopMonitoringSchedule", 
        "sagemaker:StopNotebookInstance", 
        "sagemaker:StopPipelineExecution", 
        "sagemaker:StopProcessingJob", 
        "sagemaker:StopTrainingJob", 
        "sagemaker:StopTransformJob", 
        "sagemaker:UpdateAction", 
        "sagemaker:UpdateAppImageConfig", 
        "sagemaker:UpdateArtifact", 
        "sagemaker:UpdateCodeRepository", 
        "sagemaker:UpdateContext", 
        "sagemaker:UpdateDeviceFleet", 
        "sagemaker:UpdateDevices", 
        "sagemaker:UpdateDomain", 
        "sagemaker:UpdateEndpoint", 
        "sagemaker:UpdateEndpointWeightsAndCapacities", 
        "sagemaker:UpdateExperiment", 
        "sagemaker:UpdateImage", 
        "sagemaker:UpdateModelPackage", 
        "sagemaker:UpdateMonitoringSchedule", 
        "sagemaker:UpdateNotebookInstance", 
        "sagemaker:UpdateNotebookInstanceLifecycleConfig", 
        "sagemaker:UpdatePipeline", 
        "sagemaker:UpdatePipelineExecution", 
        "sagemaker:UpdateProject", 
        "sagemaker:UpdateTrainingJob", 
        "sagemaker:UpdateTrial", 
        "sagemaker:UpdateTrialComponent", 
        "sagemaker:UpdateUserProfile", 
        "sagemaker:UpdateWorkforce", 
        "sagemaker:UpdateWorkteam" 
      ], 
      "Resource": [ 
        "arn:aws:sagemaker:*:*:action/*", 
        "arn:aws:sagemaker:*:*:algorithm/*", 
        "arn:aws:sagemaker:*:*:app-image-config/*", 
        "arn:aws:sagemaker:*:*:artifact/*", 
        "arn:aws:sagemaker:*:*:automl-job/*", 
        "arn:aws:sagemaker:*:*:code-repository/*", 
        "arn:aws:sagemaker:*:*:compilation-job/*", 
        "arn:aws:sagemaker:*:*:context/*", 
        "arn:aws:sagemaker:*:*:data-quality-job-definition/*", 
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        "arn:aws:sagemaker:*:*:device-fleet/*/device/*", 
        "arn:aws:sagemaker:*:*:device-fleet/*", 
        "arn:aws:sagemaker:*:*:edge-packaging-job/*", 
        "arn:aws:sagemaker:*:*:endpoint/*", 
        "arn:aws:sagemaker:*:*:endpoint-config/*", 
        "arn:aws:sagemaker:*:*:experiment/*", 
        "arn:aws:sagemaker:*:*:experiment-trial/*", 
        "arn:aws:sagemaker:*:*:experiment-trial-component/*", 
        "arn:aws:sagemaker:*:*:feature-group/*", 
        "arn:aws:sagemaker:*:*:human-loop/*", 
        "arn:aws:sagemaker:*:*:human-task-ui/*", 
        "arn:aws:sagemaker:*:*:hyper-parameter-tuning-job/*", 
        "arn:aws:sagemaker:*:*:image/*", 
        "arn:aws:sagemaker:*:*:image-version/*/*", 
        "arn:aws:sagemaker:*:*:inference-recommendations-job/*", 
        "arn:aws:sagemaker:*:*:labeling-job/*", 
        "arn:aws:sagemaker:*:*:model/*", 
        "arn:aws:sagemaker:*:*:model-bias-job-definition/*", 
        "arn:aws:sagemaker:*:*:model-explainability-job-definition/*", 
        "arn:aws:sagemaker:*:*:model-package/*", 
        "arn:aws:sagemaker:*:*:model-package-group/*", 
        "arn:aws:sagemaker:*:*:model-quality-job-definition/*", 
        "arn:aws:sagemaker:*:*:monitoring-schedule/*", 
        "arn:aws:sagemaker:*:*:notebook-instance/*", 
        "arn:aws:sagemaker:*:*:notebook-instance-lifecycle-config/*", 
        "arn:aws:sagemaker:*:*:pipeline/*", 
        "arn:aws:sagemaker:*:*:pipeline/*/execution/*", 
        "arn:aws:sagemaker:*:*:processing-job/*", 
        "arn:aws:sagemaker:*:*:project/*", 
        "arn:aws:sagemaker:*:*:training-job/*", 
        "arn:aws:sagemaker:*:*:transform-job/*", 
        "arn:aws:sagemaker:*:*:workforce/*", 
        "arn:aws:sagemaker:*:*:workteam/*" 
      ] 
    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "iam:PassRole" 
      ], 
      "Resource": [ 
        "arn:aws:iam::*:service-role/
AmazonSageMakerServiceCatalogProductsExecutionRole" 
      ] 
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    }, 
    { 
      "Effect": "Allow", 
      "Action": [ 
        "logs:CreateLogDelivery", 
        "logs:CreateLogGroup", 
        "logs:CreateLogStream", 
        "logs:DeleteLogDelivery", 
        "logs:DescribeLogGroups", 
        "logs:DescribeLogStreams", 
        "logs:DescribeResourcePolicies", 
        "logs:DescribeDestinations", 
        "logs:DescribeExportTasks", 
        "logs:DescribeMetricFilters", 
        "logs:DescribeQueries", 
        "logs:DescribeQueryDefinitions", 
        "logs:DescribeSubscriptionFilters", 
        "logs:GetLogDelivery", 
        "logs:GetLogEvents", 
        "logs:ListLogDeliveries", 
        "logs:PutLogEvents", 
        "logs:PutResourcePolicy", 
        "logs:UpdateLogDelivery" 
      ], 
      "Resource": "arn:aws:logs:*:*:log-group:/aws/lambda/*" 
    } 
  ]
}

Amazon SageMaker atualiza as políticas AWS gerenciadas do AWS Service Catalog

Veja detalhes sobre as atualizações das políticas AWS gerenciadas da Amazon SageMaker desde 
que esse serviço começou a monitorar essas mudanças.

Política Version 
(Versão)

Alteração Data

AmazonSageMakerPar 
tnerServiceCatalog 
ProductsApiGateway 
ServiceRolePolicy

1 Política inicial 1º de agosto de 2023
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerPar 
tnerServiceCatalog 
ProductsCloudForma 
tionServiceRolePolicy

1 Política inicial 1º de agosto de 2023

AmazonSageMakerPar 
tnerServiceCatalog 
ProductsLambdaServ 
iceRolePolicy

1 Política inicial 1º de agosto de 2023

AmazonSageMakerSer 
viceCatalogProduct 
sGlueServiceRolePolicy

2 Adicione permissão para
glue:GetUserDefine 
dFunctions .

26 de agosto de 2022

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

7 Adicione permissão para
sagemaker:AddTags .

2 de agosto de 2022

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

6 Adicione permissão para
lambda:TagResource

.

14 de julho de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sLambdaServiceRole 
Policy

1 Política inicial 4 de abril de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sApiGatewayService 
RolePolicy

1 Política inicial 24 de março de 2022
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerSer 
viceCatalogProduct 
sCloudformationSer 
viceRolePolicy

1 Política inicial 24 de março de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sCodeBuildServiceR 
olePolicy

1 Política inicial 24 de março de 2022

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

5 Adicione nova permissão 
para ecr-idp:T 
agResource .

21 de março de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sCodePipelineServi 
ceRolePolicy

1 Política inicial 22 de fevereiro de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sEventsServiceRole 
Policy

1 Política inicial 22 de fevereiro de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sFirehoseServiceRo 
lePolicy

1 Política inicial 22 de fevereiro de 2022

AmazonSageMakerSer 
viceCatalogProduct 
sGlueServiceRolePolicy

1 Política inicial 22 de fevereiro de 2022
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

4 Adicione permissões para
cognito-idp:TagRes 
ource  e s3:PutBuc 
ketCORS .

16 de fevereiro de 2022

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

3 Adicione novas 
permissões para
sagemaker .

Crie, leia, atualize e 
exclua SageMaker 
imagens.

15 de setembro de 2021

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

2 Adicione permissões 
para sagemaker  e
codestar-connectio 
ns .

Crie, leia, atualize e 
exclua repositórios de 
código.

Passe as conexões de 
AWS CodeStar para 
AWS CodePipeline.

1º de julho de 2021

AmazonSageMakerAdm 
in-ServiceCatalogP 
roductsServiceRolePolicy

1 Política inicial 27 de novembro de 2020

SageMaker Atualizações nas políticas AWS gerenciadas

Veja detalhes sobre as atualizações das políticas AWS gerenciadas SageMaker desde que esse 
serviço começou a rastrear essas alterações.
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerFul 
lAccess - Atualização em 
uma política existente

25 Adicionesagemaker 
:CreateAp 
p ,sagemaker 
:Describe 
App ,sagemaker 
:DeleteAp 
p ,sagemaker 
:CreateSpace ,
sagemaker:UpdateSp 
ace sagemaker 
:DeleteSp 
ace ,s3express 
:CreateSe 
ssion ,s3express 
:CreateBucket , e
s3express:ListAllM 
yDirectoryBuckets
permissões.

30 de novembro de 2023

AmazonSageMakerFul 
lAccess - Atualização de 
uma política existente

24 Adicione permissõe 
s sagemaker-
geospatial:* ,
sagemaker:AddTags ,
sagemaker-ListTags

, sagemaker-
DescribeSpace  e
sagemaker:ListSpac 
es .

30 de novembro de 2022

AmazonSageMakerFul 
lAccess - Atualização de 
uma política existente

23 Adicionar glue:Upda 
teTable .

29 de junho de 2022
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Política Version 
(Versão)

Alteração Data

AmazonSageMakerFul 
lAccess - Atualização de 
uma política existente

22 Adicionar cloudform 
ation:Lis 
tStackResources .

1.º de maio de 2022

AmazonSageMakerRea 
dOnly - Atualização em 
uma política existente

11 Adicione permissõe 
s sagemaker 
:QueryLineage ,
sagemaker:GetLinea 
geGroupPolicy ,
sagemaker:BatchDes 
cribeMode 
lPackage , sagemaker 
:GetModel 
PackageGr 
oupPolicy .

1º de dezembro de 2021

AmazonSageMakerFul 
lAccess - Atualização de 
uma política existente

21 Adicione sns:Publi 
sh  permissões para 
endpoints com a inferênci 
a assíncrona ativada.

8 de setembro de 2021

AmazonSageMakerFul 
lAccess - Atualização de 
uma política existente

20 Atualize recursos 
e permissões de
iam:PassRole .

15 de julho de 2021

AmazonSageMakerRea 
dOnly - Atualização de 
uma política existente

10 Nova API BatchGetR 
ecord  adicionada para 
a SageMaker Feature 
Store.

10 de junho de 2021

    SageMaker começou a 
rastrear as mudanças 
em suas políticas AWS 
gerenciadas.

1º de junho de 2021
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Solução de problemas de SageMaker identidade e acesso da Amazon

Use as informações a seguir para ajudá-lo a diagnosticar e corrigir problemas comuns que você 
pode encontrar ao trabalhar com SageMaker um IAM.

Tópicos

• Não estou autorizado a realizar uma ação em SageMaker

• Não estou autorizado a realizar o meu pedido: PassRole

• Quero permitir que as pessoas fora da minha conta da AWS acessem meus recursos do 
SageMaker

Não estou autorizado a realizar uma ação em SageMaker

Se o AWS Management Console informar que você não está autorizado a executar uma ação, você 
deverá entrar em contato com o administrador para obter assistência. Seu administrador é a pessoa 
que forneceu a você suas credenciais de início de sessão.

O exemplo de erro a seguir ocorre quando o usuário do IAM mateojackson tenta usar o 
console para visualizar detalhes sobre um trabalho de treinamento, mas não tem as permissões
sagemaker:sagemaker:DescribeTrainingJob.

User: arn:aws:iam::123456789012:user/mateojackson is not 
            authorized to perform: sagemaker:DescribeTrainingJob on resource: my-
example-widget

Neste caso, Mateo pede ao administrador para atualizar suas políticas para permitir a ele o acesso 
ao recurso TrainingJob usando a ação sagemaker:DescribeTrainingJob.

Não estou autorizado a realizar o meu pedido: PassRole

Se você receber uma mensagem de erro informando que não está autorizado a executar a ação
iam:PassRole, as suas políticas devem ser atualizadas para permitir que você passe uma função 
para o SageMaker.

Alguns Serviços da AWS permitem que você passe um perfil existente para o serviço, em vez 
de criar um novo perfil de serviço ou perfil vinculado ao serviço. Para fazer isso, é preciso ter 
permissões para passar o perfil para o serviço.
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O exemplo de erro a seguir ocorre quando uma usuária do IAM chamada marymajor tenta utilizar 
o console para executar uma ação no SageMaker. No entanto, a ação exige que o serviço tenha 
permissões concedidas por um perfil de serviço. Mary não tem permissões para passar o perfil para 
o serviço.

User: arn:aws:iam::123456789012:user/marymajor is not authorized to perform: 
 iam:PassRole

Nesse caso, as políticas de Mary devem ser atualizadas para permitir que ela realize a ação
iam:PassRole.

Se você precisar de ajuda, entre em contato com seu administrador AWS. Seu administrador é a 
pessoa que forneceu suas credenciais de login.

Quero permitir que as pessoas fora da minha conta da AWS acessem meus recursos 
do SageMaker

É possível criar uma função que os usuários de outras contas ou pessoas fora da sua organização 
podem usar para acessar seus recursos. É possível especificar quem é confiável para assumir a 
função. Para serviços que oferecem suporte a políticas baseadas em recursos ou listas de controle 
de acesso (ACLs), é possível usar essas políticas para conceder às pessoas acesso aos seus 
recursos.

Para saber mais, consulte:

• Para saber se é SageMaker compatível com esses recursos, consulteComo a Amazon SageMaker 
trabalha com o IAM.

• Para saber como conceder acesso a seus atributos em todas as Contas da AWS pertencentes a 
você, consulte Fornecimento de acesso a um usuário do IAM em outra Conta da AWS pertencente 
a você no Guia de usuário do IAM.

• Para saber como conceder acesso a seus recursos para terceiros Contas da AWS, consulte
Fornecimento de acesso a Contas da AWS pertencentes a terceiros no Guia do usuário do IAM.

• Para saber como conceder acesso por meio da federação de identidades, consulte Conceder 
acesso a usuários autenticados externamente (federação de identidades) no Guia do usuário do 
IAM.

• Para saber a diferença entre usar perfis e políticas baseadas em recurso para acesso entre 
contas, consulte Como os perfis do IAM diferem de políticas baseadas em recurso no Guia do 
usuário do IAM.
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Registro e Monitoramento

Você pode monitorar a Amazon SageMaker usando a Amazon CloudWatch, que coleta dados brutos 
e os processa em métricas legíveis, quase em tempo real. Essas estatísticas são mantidas por 15 
meses, de maneira que você possa acessar informações históricas e ter uma perspectiva melhor de 
como o aplicativo web ou o serviço está se saindo. Você também pode definir alarmes que observam 
determinados limites e enviam notificações ou realizam ações quando esses limites são atingidos. 
Para ter mais informações, consulte Monitore a Amazon SageMaker com a Amazon CloudWatch.

O Amazon CloudWatch Logs permite que você monitore, armazene e acesse seus arquivos de 
log a partir de instâncias do Amazon EC2 e de outras fontes. AWS CloudTrail Você pode coletar e 
monitorar métricas, criar painéis personalizados e definir alarmes que o notificam ou tomam medidas 
quando uma métrica específica atinge um limite especificado por você. CloudWatch Os registros 
podem monitorar as informações nos arquivos de log e notificá-lo quando determinados limites forem 
atingidos. É possível também arquivar seus dados de log em armazenamento resiliente. Para ter 
mais informações, consulte Registre SageMaker eventos da Amazon com a Amazon CloudWatch.

O AWS CloudTrail fornece um registro das ações executadas por um usuário, uma função ou 
um serviço da AWS no SageMaker. Usando as informações coletadas por CloudTrail, você pode 
determinar a solicitação que foi feita SageMaker, o endereço IP do qual a solicitação foi feita, quem 
fez a solicitação, quando ela foi feita e detalhes adicionais. Para obter mais informações, Registre 
chamadas de SageMaker API da Amazon com AWS CloudTrail.

Note

CloudTrail não monitora chamadas para runtime_InvokeEndpoint.

Você pode criar regras no Amazon CloudWatch Events para reagir às mudanças de status em um 
SageMaker treinamento, ajuste de hiperparâmetros ou trabalho de transformação em lote. Para ter 
mais informações, consulte Automatizando a Amazon com a Amazon SageMaker EventBridge.

Validação de conformidade para a Amazon SageMaker

Para saber se um AWS service (Serviço da AWS) está no escopo de programas de conformidade 
específicos, consulte Serviços da AWS no escopo por programa de conformidade e selecione 
o programa de conformidade em que você está interessado. Para obter informações gerais, 
consulteAWS Programas de conformidade.
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É possível fazer download de relatórios de auditoria de terceiros usando o AWS Artifact. Para obter 
mais informações, consulte Baixar relatórios no AWS Artifact.

Sua responsabilidade de conformidade ao usar o Serviços da AWS é determinada pela 
confidencialidade dos seus dados, pelos objetivos de conformidade da sua empresa e pelos 
regulamentos e leis aplicáveis. A AWS fornece os seguintes atributos para ajudar com a 
conformidade:

• Guias de referência rápida de conformidade e segurança - estes guias de implantação discutem 
considerações sobre arquitetura e fornecem as etapas para a implantação de ambientes de linha 
de base focados em segurança e conformidade na AWS.

• Arquitetura para segurança e conformidade com HIPAA no Amazon Web Services: esse 
whitepaper descreve como as empresas podem usar a AWS para criar aplicações adequadas aos 
padrões HIPAA.

Note

Nem todos os Serviços da AWS estão qualificados pela HIPAA. Para obter mais 
informações, consulte a Referência dos serviços qualificados pela HIPAA.

• atributos de conformidade da AWS: essa coleção de manuais e guias pode ser aplicada a seu 
setor e local.

• Guias de conformidade do cliente da AWS: entenda o modelo de responsabilidade compartilhada 
sob a ótica da conformidade. Os guias resumem as práticas recomendadas para proteção de 
Serviços da AWS e mapeiam as diretrizes para controles de segurança em várias estruturas 
(incluindo o Instituto Nacional de Padrões e Tecnologia (NIST), o Conselho de Padrões 
de Segurança do Setor de Cartões de Pagamento (PCI) e a Organização Internacional de 
Padronização (ISO)).

• Avaliar recursos com regras no AWS ConfigGuia do desenvolvedor do : o serviço AWS Config 
avalia como as configurações de recursos estão em conformidade com práticas internas, diretrizes 
do setor e regulamentos.

• AWS Security Hub - Este AWS service (Serviço da AWS) fornece uma visão abrangente do 
seu estado de segurança na AWS. O Security Hub usa controles de segurança para avaliar os 
atributos da AWS e verificar a conformidade com os padrões e as práticas recomendadas do setor 
de segurança. Para obter uma lista dos serviços e controles aceitos, consulte a Referência de 
controles do Security Hub.
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• AWS Audit Manager: esse AWS service (Serviço da AWS) ajuda a auditar continuamente seu uso 
da para simplificar a forma como você gerencia os riscos e a conformidade com regulamentos e 
padrões do setor.

Resiliência na Amazon SageMaker

A infraestrutura global da AWS é criada com base em regiões da AWS e zonas de disponibilidade 
da AWS. As regiões fornecem várias zonas de disponibilidade separadas e isoladas fisicamente, 
as quais são conectadas com baixa latência, alto throughput e redes altamente redundantes. 
Com as zonas de disponibilidade, é possível projetar e operar aplicações e bancos de dados que 
executam o failover automaticamente entre as zonas de disponibilidade sem interrupção. As zonas 
de disponibilidade são mais altamente disponíveis, tolerantes a falhas e escaláveis que uma ou 
várias infraestruturas de data center tradicionais.

Para obter mais informações sobre AWS regiões e zonas de disponibilidade, consulte AWS 
Infraestrutura Global.

Além da infraestrutura AWS global, a Amazon SageMaker oferece vários recursos para ajudar a 
suportar suas necessidades de resiliência e backup de dados.

Segurança de infraestrutura na Amazon SageMaker

Como um serviço gerenciado, a Amazon SageMaker é protegida pela segurança de rede AWS 
global. Para obter informações sobre serviços de segurança da AWS e como a AWS protege a 
infraestrutura, consulte Segurança na nuvem da AWS. Para projetar seu ambiente da AWS usando 
as práticas recomendadas de segurança de infraestrutura, consulte Proteção de infraestrutura em
Pilar de segurança: AWS Well‐Architected Framework.

Você usa chamadas de API AWS publicadas para acessar a Amazon SageMaker pela rede. Os 
clientes precisam oferecer suporte para:

• Transport Layer Security (TLS). Exigimos TLS 1.2 e recomendamos TLS 1.3.

• Conjuntos de criptografia com sigilo de encaminhamento perfeito (perfect forward secrecy, ou PFS) 
como DHE (Ephemeral Diffie-Hellman, ou Efêmero Diffie-Hellman) ou ECDHE (Ephemeral Elliptic 
Curve Diffie-Hellman, ou Curva elíptica efêmera Diffie-Hellman). A maioria dos sistemas modernos, 
como Java 7 e versões posteriores, comporta esses modos.
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Além disso, as solicitações devem ser assinadas utilizando um ID da chave de acesso e uma 
chave de acesso secreta associada a uma entidade principal do IAM. Ou é possível usar o AWS 
Security Token Service (AWS STS) para gerar credenciais de segurança temporárias para assinar 
solicitações.

Tópicos

• SageMaker Escaneia contêineres AWS Marketplace de treinamento e inferência em busca de 
vulnerabilidades de segurança

• Conecte-se aos recursos de dentro de uma VPC

• Executar contêineres de treinamento e inferência no modo sem Internet

• Conecte-se à SageMaker sua VPC

• Dê SageMaker acesso aos recursos em sua Amazon VPC

SageMaker Escaneia contêineres AWS Marketplace de treinamento e 
inferência em busca de vulnerabilidades de segurança

Para atender aos nossos requisitos de segurança, todas as  SageMaker imagens pré-criadas, 
incluindo os Contêineres de AWS Deep Learning, os contêineres da estrutura de aprendizado 
de SageMaker máquina, os contêineres de algoritmos SageMaker integrados e os pacotes de 
algoritmos e modelos listados em, AWS Marketplace são verificados em busca de vulnerabilidades 
e exposições comuns (CVE). A CVE é uma lista de informações conhecidas publicamente sobre 
vulnerabilidade e exposição de segurança. O National Vulnerability Database (NVD) fornece detalhes 
sobre CVEs, como gravidade, avaliação de impacto e correção de informações. Tanto a CVE quanto 
o NVD estão disponíveis para consumo público e gratuitos para uso de ferramentas e serviços de 
segurança. Para obter mais informações, veja as Perguntas frequentes de CVE.

Conecte-se aos recursos de dentro de uma VPC

Por padrão, as instâncias Amazon SageMaker Studio Classic e SageMaker notebook permitem 
acesso direto à Internet. Isso permite fazer download de pacotes e blocos de anotações populares, 
personalizar seu ambiente de desenvolvimento e trabalhar com eficiência. No entanto, isso pode 
fornecer um caminho adicional para acesso não autorizado aos seus dados. Por exemplo, um 
usuário mal-intencionado ou código acidentalmente instalado no computador (na forma de um 
caderno ou biblioteca de código-fonte disponíveis publicamente) poderiam acessar seus dados. 
Você pode optar por restringir o tráfego que pode acessar a Internet iniciando suas instâncias do 

SageMaker Escaneia contêineres AWS Marketplace de treinamento e inferência em busca de 
vulnerabilidades de segurança
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Amazon SageMaker Studio Classic e do SageMaker notebook em uma Amazon Virtual Private Cloud 
(Amazon VPC) de sua escolha.

Uma Amazon Virtual Private Cloud é uma rede virtual dedicada à sua conta da AWS. Com uma 
Amazon VPC, você pode controlar o acesso à rede e a conectividade com a Internet de suas 
instâncias do Amazon SageMaker Studio Classic e do notebook. Você pode desabilitar o acesso 
direto à Internet para adicionar uma camada adicional de segurança.

Os tópicos a seguir descrevem como conectar suas instâncias do SageMaker Studio Classic e 
instâncias do notebook aos recursos em uma VPC.

Tópicos

• Conecte o Amazon SageMaker Studio em uma VPC a recursos externos

• Conecte os notebooks Connect SageMaker Studio Classic em uma VPC a recursos externos

• Conectar uma instância de caderno em uma VPC aos recursos externos

Conecte o Amazon SageMaker Studio em uma VPC a recursos externos

Important

Em 30 de novembro de 2023, a experiência anterior do Amazon SageMaker Studio agora 
se chama Amazon SageMaker Studio Classic. A seção a seguir é específica para usar a 
experiência atualizada do Studio. Para obter informações sobre como usar o aplicativo Studio 
Classic, consulteAmazon SageMaker Studio Clássico.

O tópico a seguir fornece informações sobre como conectar o Amazon SageMaker Studio em uma 
VPC a recursos externos.

Tópicos

• Comunicação padrão com a internet

• Comunicação da VPC only com a internet

Comunicação padrão com a internet

Por padrão, o Amazon SageMaker Studio fornece uma interface de rede que permite a comunicação 
com a Internet por meio de uma VPC gerenciada por. SageMaker O tráfego para AWS serviços 
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como o Amazon S3 CloudWatch passa por um gateway de internet, assim como o tráfego que 
acessa a SageMaker API e o tempo de execução. SageMaker O tráfego entre o domínio e seu 
volume do Amazon EFS passa pela VPC que você especificou quando se integrou ao domínio ou 
chamou a API. CreateDomain

Comunicação da VPC only com a internet

Para evitar o fornecimento SageMaker de acesso à Internet ao Studio, você pode desativar o acesso 
à Internet especificando o tipo de acesso à VPC only rede ao integrar o Studio Classic ou chamar 
a CreateDomainAPI. Como resultado, você não poderá executar o Studio, a menos que sua VPC 
tenha um endpoint de interface para a SageMaker API e o tempo de execução, ou um gateway NAT 
com acesso à Internet, e seus grupos de segurança permitam conexões de saída.

Note

O tipo de acesso à rede não pode ser alterado após a criação do domínio.

Requisitos para usar o modo VPC only

Quando você escolher VpcOnly, siga estas etapas:

1. Você deve usar somente sub-redes privadas. Você não pode usar sub-redes públicas no modo
VpcOnly.

2. Certifique-se de que suas sub-redes tenham o número exigido de endereços IP necessários. 
O número esperado de endereços IP necessários por usuário pode variar de acordo com 
o caso de uso. Recomendamos entre 2 e 4 endereços IP por usuário. A capacidade total 
do endereço IP de um domínio é a soma dos endereços IP disponíveis para cada sub-rede 
fornecida quando o domínio é criado. Certifique-se de que o uso estimado do endereço IP não 
exceda a capacidade suportada pelo número de sub-redes que você fornece. Além disso, o uso 
de sub-redes distribuídas em várias zonas de disponibilidade pode ajudar na disponibilidade do 
endereço IP. Para obter mais informações, consulte Dimensionamento da VPC e da sub-rede 
para IPv4.
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Note

Você pode configurar somente sub-redes com uma VPC de locação padrão em que sua 
instância é executada em hardware compartilhado. Para obter mais informações sobre o 
atributo de locação para VPCs, consulte Instâncias dedicadas.

3.
Warning

Ao usar o modo VpcOnly, você possui parcialmente a configuração de rede do domínio. 
Recomendamos a melhor prática de segurança de aplicar permissões de privilégio 
mínimo ao acesso de entrada e saída que as regras do grupo de segurança fornecem. 
Configurações de regras de entrada excessivamente permissivas podem permitir que 
usuários com acesso à VPC interajam com as aplicações de outros perfis de usuário 
sem autenticação.

Configure um ou mais grupos de segurança com regras de entrada e saída que permitam o 
seguinte tráfego:

• Tráfego NFS via TCP na porta 2049 entre o domínio e o volume do Amazon EFS.

• Tráfego TCP dentro do grupo de segurança. Isso é necessário para a conectividade entre a 
aplicação Jupyter Server e as aplicações Kernel Gateway. Você deve permitir o acesso pelo 
menos às portas no intervalo 8192-65535.

Crie um grupo de segurança distinto para cada perfil de usuário e adicione acesso de entrada 
desse mesmo grupo de segurança. Não recomendamos reutilizar um grupo de segurança no 
nível de domínio para perfis de usuário. Se o grupo de segurança no nível de domínio permitir 
acesso de entrada a si mesmo, todas as aplicações no domínio terão acesso a todas as outras 
aplicações no domínio.

4. Se você quiser permitir o acesso à Internet, deverá usar um gateway NAT com acesso à 
Internet, por exemplo, por meio de um gateway da Internet.

5. Se você não quiser permitir o acesso à Internet, crie uma interface VPC endpoints (AWS 
PrivateLink) para permitir que o Studio acesse os seguintes serviços com os nomes de serviço 
correspondentes. Você também deve associar os grupos de segurança da sua VPC a esses 
endpoints.
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• SageMaker API: com.amazonaws.region.sagemaker.api

• SageMaker tempo de execução:com.amazonaws.region.sagemaker.runtime. Isso é 
necessário para executar notebooks Studio Classic e para treinar e hospedar modelos.

• Amazon S3: com.amazonaws.region.s3.

• Para usar SageMaker projetos:com.amazonaws.region.servicecatalog.

• Quaisquer outros serviços da AWS de que você precise.

Se você usa o SDK do SageMaker Python para executar trabalhos de treinamento remoto, 
também deve criar os seguintes endpoints da Amazon VPC.

• AWS Security Token Service: com.amazonaws.region.sts

• Amazon CloudWatch:com.amazonaws.region.logs. Isso é necessário para permitir que 
o SageMaker Python SDK obtenha o status do trabalho de treinamento remoto de. Amazon 
CloudWatch

6. Se estiver usando o domínio no VpcOnly modo de uma rede local, estabeleça conectividade 
privada a partir da rede do host que executa o Studio no navegador e na Amazon VPC de 
destino. Isso é necessário porque a interface do usuário do Studio invoca AWS endpoints 
usando chamadas de API com credenciais temporárias. AWS Essas credenciais temporárias 
estão associadas à função de execução do perfil de usuário registrado. Se o domínio estiver 
configurado no VpcOnly modo em uma rede local, a função de execução poderá definir 
condições de política do IAM que imponham a execução de chamadas de API de AWS serviço 
somente por meio dos endpoints Amazon VPC configurados. Isso faz com que as chamadas de 
API executadas a partir da interface do usuário do Studio falhem. Recomendamos resolver isso 
usando uma AWS Direct Connectconexão AWS Site-to-Site VPNor.

Note

Para um cliente que trabalha no modo VPC, os firewalls da empresa podem causar 
problemas de conexão com o Studio ou com os aplicativos. Faça as seguintes verificações 
se você encontrar um desses problemas ao usar o Studio por trás de um firewall.

• Verifique se o URL do Studio e os URLs de todos os seus aplicativos estão na lista de 
permissões da sua rede. Por exemplo: .

*.studio.region.sagemaker.aws
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*.console.aws.a2z.com

• Verifique se as conexões do websocket não estão bloqueadas. O Jupyter usa websockets.

Para obter mais informações

• Grupos de segurança para a VPC

• Conecte-se à SageMaker sua VPC

• VPC com sub-redes públicas e privadas (NAT)

Conecte os notebooks Connect SageMaker Studio Classic em uma VPC a recursos 
externos

O tópico a seguir fornece informações sobre como conectar os notebooks Studio Classic em uma 
VPC a recursos externos.

Comunicação padrão com a internet

Por padrão, o SageMaker Studio Classic fornece uma interface de rede que permite a comunicação 
com a Internet por meio de uma VPC gerenciada por. SageMaker O tráfego para AWS serviços 
como o Amazon S3 CloudWatch passa por um gateway de internet, assim como o tráfego que 
acessa a SageMaker API e o tempo de execução. SageMaker O tráfego entre o domínio e seu 
volume do Amazon EFS passa pela VPC que você especificou quando se integrou ao Studio Classic 
ou chamou a API. CreateDomain O diagrama a seguir mostra a configuração padrão.
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Comunicação da VPC only com a internet

Para SageMaker evitar fornecer acesso à Internet aos seus notebooks Studio Classic, você pode 
desativar o acesso à Internet especificando o tipo de acesso à VPC only rede ao se integrar ao 
Studio Classic ou chamar a API. CreateDomain Como resultado, você não poderá executar um 
notebook Studio Classic, a menos que sua VPC tenha um endpoint de interface para a SageMaker 
API e o tempo de execução, ou um gateway NAT com acesso à Internet, e seus grupos de 
segurança permitam conexões de saída. O diagrama a seguir mostra uma configuração para usar o 
modo somente VPC.
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Requisitos para usar o modo VPC only

Quando você escolher VpcOnly, siga estas etapas:

1. Você deve usar somente sub-redes privadas. Você não pode usar sub-redes públicas no modo
VpcOnly.

2. Certifique-se de que suas sub-redes tenham o número exigido de endereços IP necessários. O 
número esperado de endereços IP necessários por usuário pode variar de acordo com o caso 
de uso. Recomendamos entre 2 e 4 endereços IP por usuário. A capacidade total do endereço 
IP de um domínio do Studio Classic é a soma dos endereços IP disponíveis para cada sub-rede 
fornecida quando o domínio é criado. Certifique-se de que o uso estimado do endereço IP não 
exceda a capacidade suportada pelo número de sub-redes que você fornece. Além disso, o uso 
de sub-redes distribuídas em várias zonas de disponibilidade pode ajudar na disponibilidade do 
endereço IP. Para obter mais informações, consulte Dimensionamento da VPC e da sub-rede 
para IPv4.

Note

Você pode configurar somente sub-redes com uma VPC de locação padrão em que sua 
instância é executada em hardware compartilhado. Para obter mais informações sobre o 
atributo de locação para VPCs, consulte Instâncias dedicadas.
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3.
Warning

Ao usar o modo VpcOnly, você possui parcialmente a configuração de rede do domínio. 
Recomendamos a melhor prática de segurança de aplicar permissões de privilégio 
mínimo ao acesso de entrada e saída que as regras do grupo de segurança fornecem. 
Configurações de regras de entrada excessivamente permissivas podem permitir que 
usuários com acesso à VPC interajam com as aplicações de outros perfis de usuário 
sem autenticação.

Configure um ou mais grupos de segurança com regras de entrada e saída que permitam o 
seguinte tráfego:

• Tráfego NFS via TCP na porta 2049 entre o domínio e o volume do Amazon EFS.

• Tráfego TCP dentro do grupo de segurança. Isso é necessário para a conectividade entre a 
aplicação Jupyter Server e as aplicações Kernel Gateway. Você deve permitir o acesso pelo 
menos às portas no intervalo 8192-65535.

Crie um grupo de segurança distinto para cada perfil de usuário e adicione acesso de entrada 
desse mesmo grupo de segurança. Não recomendamos reutilizar um grupo de segurança no 
nível de domínio para perfis de usuário. Se o grupo de segurança no nível de domínio permitir 
acesso de entrada a si mesmo, todas as aplicações no domínio terão acesso a todas as outras 
aplicações no domínio.

4. Se você quiser permitir o acesso à Internet, deverá usar um gateway NAT com acesso à 
Internet, por exemplo, por meio de um gateway da Internet.

5. Se você não quiser permitir o acesso à Internet, crie uma interface VPC endpoints (AWS 
PrivateLink) para permitir que o Studio Classic acesse os seguintes serviços com os nomes de 
serviço correspondentes. Você também deve associar os grupos de segurança da sua VPC a 
esses endpoints.

• SageMaker API: com.amazonaws.region.sagemaker.api

• SageMaker tempo de execução:com.amazonaws.region.sagemaker.runtime. Isso é 
necessário para executar notebooks Studio Classic e para treinar e hospedar modelos.

• Amazon S3: com.amazonaws.region.s3.

• Para usar SageMaker projetos:com.amazonaws.region.servicecatalog.
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• Quaisquer outros serviços da AWS de que você precise.

Se você usa o SDK do SageMaker Python para executar trabalhos de treinamento remoto, 
também deve criar os seguintes endpoints da Amazon VPC.

• AWS Security Token Service: com.amazonaws.region.sts

• Amazon CloudWatch:com.amazonaws.region.logs. Isso é necessário para permitir que 
o SageMaker Python SDK obtenha o status do trabalho de treinamento remoto de. Amazon 
CloudWatch

Note

Para um cliente que trabalha no modo VPC, os firewalls da empresa podem causar 
problemas de conexão com o SageMaker Studio ou entre o. JupyterServer KernelGateway 
Faça as seguintes verificações se você encontrar um desses problemas ao usar o 
SageMaker Studio por trás de um firewall.

• Verifique se o URL do Studio está na lista de permissões da sua rede.

• Verifique se as conexões do websocket não estão bloqueadas. O Jupyter usa um 
websocket nos bastidores. Se o KernelGateway aplicativo for InService, JupyterServer 
talvez não consiga se conectar ao KernelGateway. Você também deve ver esse problema 
ao abrir o Terminal do Sistema.

Para obter mais informações

• Protegendo a conectividade do Amazon SageMaker Studio usando uma VPC privada.

• Grupos de segurança para a VPC

• Conecte-se à SageMaker sua VPC

• VPC com sub-redes públicas e privadas (NAT)

Conectar uma instância de caderno em uma VPC aos recursos externos

O tópico a seguir fornece informações sobre como conectar sua instância de caderno em uma VPC a 
recursos externos.
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Comunicação padrão com a internet

Quando seu notebook permite acesso direto à Internet, SageMaker fornece uma interface de rede 
que permite que o notebook se comunique com a Internet por meio de uma VPC gerenciada por. 
SageMaker O tráfego dentro do CIDR da VPC passará por meio da interface de rede elástica 
criada em sua VPC. Todo o outro tráfego passa pela interface de rede criada por SageMaker, que é 
essencialmente através da Internet pública. O tráfego para os endpoints da VPC do gateway, como 
o Amazon S3 e o DynamoDB, passará pela Internet pública, enquanto o tráfego para os endpoints 
de interface da VPC ainda passará pela sua VPC. Se você quiser usar os endpoints da VPC do 
gateway, desabilite o acesso direto à Internet.

Comunicação da VPC com a internet

Para desativar o acesso direto à Internet, você pode especificar uma VPC para sua instância 
de caderno. Ao fazer isso, você SageMaker evita fornecer acesso à Internet à sua instância do 
notebook. Como resultado, a instância de caderno não poderá treinar ou hospedar modelos, a 
menos que sua VPC tenha um endpoint de interface (AWS PrivateLink) ou um gateway NAT, e seus 
grupos de segurança permitam conexões de saída.

Para obter informações sobre como criar um endpoint de interface VPC para usar o AWS PrivateLink 
na sua instância de caderno, consulte Conectar-se a uma instância de caderno por meio de um 
endpoint de interface VPC. Para obter informações sobre como configurar um gateway NAT para 
sua VPC, consulte VPC com sub-redes pública e privada (NAT) no Guia do usuário da Amazon 
Virtual Private Cloud. Para obter informações sobre security groups, consulte Security groups para 
sua VPC. Para obter mais informações sobre configurações de rede em cada modo de rede e 
como configurar a rede no local, consulte Entendendo as configurações de rede de instâncias de 
SageMaker notebooks e as opções avançadas de roteamento da Amazon.

Instâncias de segurança e caderno compartilhadas

Uma instância de SageMaker notebook foi projetada para funcionar melhor para um usuário 
individual. Com ela, cientistas de dados e outros usuários potencializam o gerenciamento de seus 
ambientes de desenvolvimento.

Um usuário de instância de bloco de anotações tem acesso raiz para instalar pacotes e outros 
softwares pertinentes. Recomendamos atenção quando você for permitir que outras pessoas 
acessem as instâncias de bloco de anotações anexadas a uma VPC que contém informações 
confidenciais. Por exemplo, você pode conceder a um usuário acesso a uma instância de caderno 
com uma política do IAM, como mostrado no exemplo a seguir:
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{ 
  "Version": "2012-10-17", 
  "Statement": [ 
   { 
      "Effect": "Allow", 
      "Action": "sagemaker:CreatePresignedNotebookInstanceUrl", 
      "Resource": "arn:aws:sagemaker:region:account-id:notebook-instance/
myNotebookInstance" 
   } 
  ]
}

Executar contêineres de treinamento e inferência no modo sem Internet

SageMaker os contêineres de treinamento e inferência implantados são habilitados para a Internet 
por padrão. Isso permite que contêineres acessem serviços e recursos externos na Internet pública 
como parte de suas cargas de trabalho de treinamento e inferência. No entanto, isso pode fornecer 
um caminho para o acesso não autorizado aos seus dados. Por exemplo, um usuário ou código mal-
intencionado que você instala acidentalmente no contêiner (na forma de uma biblioteca de código-
fonte disponível publicamente) pode acessar seus dados e transferi-los para um host remoto.

Se você usar uma Amazon VPC especificando um valor para o parâmetro VpcConfig quando 
chamar CreateTrainingJob, CreateHyperParameterTuningJob, ou CreateModel, poderá 
proteger seus dados e recursos gerenciando grupos de segurança e restringindo o acesso à Internet 
em sua VPC. No entanto, isso ocorre com o custo de configuração de rede adicional e corre o risco 
de configurar sua rede incorretamente. Se você não quiser fornecer acesso externo SageMaker à 
rede aos seus contêineres de treinamento ou inferência, você pode ativar o isolamento da rede.

Isolamento de rede

Você pode habilitar o isolamento de rede ao criar seu trabalho ou modelo de treinamento 
definindo o valor do parâmetro EnableNetworkIsolation como True quando você chama
CreateTrainingJob, CreateHyperParameterTuningJob ou CreateModel.

Note

O isolamento de rede é necessário para executar trabalhos e modelos de treinamento 
usando recursos do AWS Marketplace. Para maior segurança, AWS Marketplace as imagens 

Executar contêineres de treinamento e inferência no modo sem Internet 6214

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateTrainingJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateHyperParameterTuningJob.html
https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_CreateModel.html


Amazon SageMaker Guia do Desenvolvedor

são executadas em uma Amazon VPC. Eles só têm acesso aos dados em seus sistemas de 
arquivos locais.

Se você habilitar o isolamento de rede, os contêineres não serão capazes de fazer todas as 
chamadas de rede de saída, até mesmo para outros serviços AWS, como o Amazon S3. Além disso, 
nenhuma credencial da AWS é disponibilizada para o ambiente de execução do contêiner. No caso 
de um trabalho de treinamento com várias instâncias, o tráfego de entrada e saída da rede é limitado 
aos pares de cada contêiner de treinamento. SageMaker ainda executa operações de download e 
upload no Amazon S3 usando sua função de SageMaker execução isoladamente do contêiner de 
treinamento ou inferência.

Os seguintes SageMaker contêineres gerenciados não oferecem suporte ao isolamento de rede 
porque exigem acesso ao Amazon S3:

• Chainer

• SageMaker Aprendizagem por reforço

Isolamento de rede com uma VPC

O isolamento de rede pode ser usado em conjunto com uma VPC. Nesse cenário, o download e o 
upload de dados do cliente e artefatos de modelo são roteados por meio da sua sub-rede da VPC. 
No entanto, os próprios contêineres de treinamento e inferência continuam isolados da rede e não 
têm acesso a nenhum recurso dentro da sua VPC ou na Internet.

Conecte-se à SageMaker sua VPC

Você pode se conectar diretamente à SageMaker API ou ao Amazon SageMaker Runtime por 
meio de um endpoint de interface em sua nuvem privada virtual (VPC) em vez de se conectar 
pela Internet. Quando você usa um endpoint de interface VPC, a comunicação entre sua VPC e a 
SageMaker API ou o Runtime é conduzida de forma completa e segura em uma rede. AWS

Conecte-se SageMaker por meio de um endpoint de interface VPC

A SageMaker API e o SageMaker Runtime oferecem suporte a endpoints de interface da Amazon 
Virtual Private Cloud (Amazon VPC) que são alimentados por. AWS PrivateLink Cada endpoint 
da VCP é representado por uma ou mais interfaces de rede elástica com endereços IP privados 
em suas sub-redes da VPC. Por exemplo, um aplicativo dentro da sua VPC usa AWS PrivateLink 
para se comunicar com SageMaker o Runtime. SageMakerO tempo de execução, por sua vez, 
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se comunica com o SageMaker endpoint. AWS PrivateLinkO uso permite que você invoque seu 
SageMaker endpoint de dentro da sua VPC, conforme mostrado no diagrama a seguir.

O endpoint da interface VPC conecta sua VPC diretamente à SageMaker API ou ao SageMaker 
Runtime AWS PrivateLink sem usar um gateway de internet, dispositivo NAT, conexão VPN ou 
conexão. AWS Direct Connect As instâncias em sua VPC não precisam se conectar à Internet 
pública para se comunicar com a SageMaker API ou SageMaker o Runtime.

Você pode criar um endpoint de AWS PrivateLink interface para se conectar ao SageMaker ou ao 
SageMaker Runtime usando o AWS Management Console ou AWS Command Line Interface (AWS 
CLI). Para obter instruções, consulte Acessar um AWS serviço usando uma interface VPC endpoint.

Se você não habilitou um nome de host privado do Sistema de Nomes de Domínio (DNS) para seu 
VPC endpoint, depois de criar um VPC endpoint, especifique o URL do endpoint de internet para a 
API ou o Runtime. SageMaker SageMaker Veja a seguir um exemplo de código usando comandos 
da AWS CLI para especificar o parâmetro endpoint-url.

aws sagemaker list-notebook-instances --endpoint-
url VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com

aws sagemaker list-training-jobs --endpoint-
url VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com

aws sagemaker-runtime invoke-endpoint --endpoint-url 
 https://VPC_Endpoint_ID.runtime.sagemaker.Region.vpce.amazonaws.com  \ 
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    --endpoint-name Endpoint_Name \ 
    --body "Endpoint_Body" \ 
    --content-type "Content_Type" \ 
             Output_File

Se você habilitar nomes de host DNS privados para seu endpoint da VPC, não precisará especificar 
o URL do endpoint porque o nome de host padrão (https://api.sagemaker.Region.amazon.com) é 
resolvido para o endpoint da VPC. Da mesma forma, o nome de host DNS padrão do SageMaker 
Runtime (https://runtime.sagemaker. A região (.amazonaws.com) também se resolve para seu VPC 
endpoint.

A SageMaker API e o SageMaker Runtime oferecem suporte a endpoints de VPC em todos os 
lugares em que a Amazon VPC Regiões da AWS e a Amazon estão disponíveis. SageMaker
SageMaker suporta fazer chamadas para tudo isso Operationsdentro de sua VPC. Se você usar 
o AuthorizedUrl do CreatePresignedNotebookInstanceUrlcomando, seu tráfego passará pela 
Internet pública. Você não pode usar apenas um VPC endpoint para acessar a URL pré-assinada, a 
solicitação deve passar pelo gateway da Internet.

Por padrão, seus usuários podem compartilhar o URL pré-assinado com pessoas fora da sua rede 
corporativa. Para maior segurança, você deve adicionar permissões do IAM para restringir que o 
URL só possa ser usado na sua rede. Para obter informações sobre as permissões do IAM, consulte
Como AWS PrivateLink funciona com o IAM.

Note

Ao configurar um endpoint de interface VPC para o serviço SageMaker Runtime (https://
runtime.sagemaker). Region.amazonaws.com), você deve garantir que o endpoint da 
interface VPC esteja ativado na zona de disponibilidade do seu cliente para que a resolução 
de DNS privado funcione. Caso contrário, você poderá ver falhas de DNS ao tentar resolver o 
URL.

Para saber mais sobre o AWS PrivateLink, consulte a documentação AWS PrivateLink. Consulte os
Preços do AWS PrivateLink para conhecer o preço dos endpoints da VPC. Para saber mais sobre 
VPC e endpoints, consulte Amazon VPC. Para obter informações sobre como usar AWS Identity and 
Access Management políticas baseadas em identidade para restringir o acesso à SageMaker API e 
ao SageMaker Runtime, consulte. Controle o acesso à SageMaker API usando políticas baseadas 
em identidade
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Usando SageMaker treinamento e hospedagem com recursos dentro de sua VPC

SageMaker usa sua função de execução para baixar e carregar informações de um bucket do 
Amazon S3 e do Amazon Elastic Container Registry (Amazon ECR), isoladamente do seu contêiner 
de treinamento ou inferência. Se você tiver recursos localizados dentro da sua VPC, ainda poderá 
conceder SageMaker acesso a esses recursos. As seções a seguir explicam como disponibilizar 
seus recursos SageMaker com ou sem isolamento de rede.

Sem o isolamento de rede ativado

Se você não definiu o isolamento de rede em seu trabalho ou modelo de treinamento, SageMaker 
pode acessar os recursos usando um dos métodos a seguir.

• SageMaker contêineres de treinamento e inferência implantados podem acessar a Internet por 
padrão. SageMaker os contêineres podem acessar serviços e recursos externos na Internet 
pública como parte de suas cargas de trabalho de treinamento e inferência. SageMaker os 
contêineres não conseguem acessar recursos dentro da sua VPC sem uma configuração de VPC, 
conforme mostrado na ilustração a seguir.
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• Use uma configuração de VPC para se comunicar com os recursos dentro da sua VPC por meio 
de uma interface de rede elástica (ENI). A comunicação entre o contêiner e os recursos em sua 
VPC ocorre com segurança em sua rede de VPC, conforme mostrado na ilustração a seguir. 
Nesse caso, você gerencia o acesso à rede aos seus recursos de VPC e à Internet.

Com isolamento de rede

Se você empregar isolamento de rede, o SageMaker contêiner não poderá se comunicar com 
recursos dentro da sua VPC nem fazer nenhuma chamada de rede, conforme mostrado na ilustração 
a seguir. Se você fornecer uma configuração de VPC, as operações de download e upload serão 
executadas por meio de sua VPC. Para obter mais informações sobre hospedagem e treinamento 
com isolamento de rede ao usar uma VPC, consulte Isolamento de rede.
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Crie uma política de VPC Endpoint para SageMaker

Você pode criar uma política para endpoints do Amazon VPC SageMaker para especificar o 
seguinte:

• A entidade principal que pode executar ações.

• As ações que podem ser executadas.

• Os recursos sobre os quais as ações podem ser realizadas.

Para obter mais informações, consulte Controlar o acesso a serviços com endpoint da VPCs no
Manual do usuário da Amazon VPC.
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Note

As políticas de endpoint de VPC não são compatíveis com endpoints de tempo de 
execução do Federal Information Processing Standard (FIPS) SageMaker para.
runtime_InvokeEndpoint

O exemplo a seguir da política de VPC endpoint especifica que todos os usuários que têm acesso ao 
endpoint da interface VPC têm permissão para invocar o endpoint hospedado chamado. SageMaker
myEndpoint

{ 
  "Statement": [ 
      { 
          "Action": "sagemaker:InvokeEndpoint", 
          "Effect": "Allow", 
          "Resource": "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myEndpoint", 
          "Principal": "*" 
      } 
  ]
}

Neste exemplo, as opções a seguir são negadas:

• Outras ações SageMaker da API, como sagemaker:CreateEndpoint
sagemaker:CreateTrainingJob e.

• Invocando endpoints SageMaker hospedados que não sejam. myEndpoint

Note

Neste exemplo, os usuários ainda podem realizar outras ações de SageMaker API de fora 
da VPC. Para obter informações sobre como restringir chamadas de API àquelas da VPC, 
consulte Controle o acesso à SageMaker API usando políticas baseadas em identidade.
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Crie uma política de VPC Endpoint para a Amazon Feature Store SageMaker

Para criar um VPC Endpoint para o Amazon SageMaker Feature Store, use o 
seguinte modelo de endpoint, substituindo seu VPC_Endpoint_ID.API e sua 
região:

VPC_Endpoint_ID.api.featurestore-
runtime.sagemaker.Region.vpce.amazonaws.com

Conecte-se ao SageMaker Studio Classic por meio de uma interface VPC Endpoint

Você pode se conectar ao Amazon SageMaker Studio Classic a partir da sua Amazon Virtual Private 
Cloud (Amazon VPC) por meio de um endpoint de interface na sua VPC, em vez de se conectar pela 
Internet. Quando você usa uma interface VPC endpoint (endpoint de interface), a comunicação entre 
sua VPC e o Studio Classic é conduzida de forma completa e segura na rede. AWS

SageMaker O Studio Classic oferece suporte a endpoints de interface que são alimentados por AWS 
PrivateLink. Cada endpoint de VPC é representado por uma ou mais interfaces de rede elástica com 
endereços IP privados em suas sub-redes da VPC.

O Studio Classic oferece suporte a endpoints de interface em todas as AWS regiões em que a
Amazon SageMaker e a Amazon VPC estão disponíveis.

Tópicos

• Criar um endpoint de VPC

• Crie uma política de VPC Endpoint para o Studio Classic SageMaker

• Permitir o acesso somente de dentro da sua VPC

Criar um endpoint de VPC

Você pode criar um endpoint de interface para se conectar ao Studio Classic com o AWS console ou 
com o AWS Command Line Interface (AWS CLI). Para obter instruções, consulte Criar um endpoint 
de interface. Certifique-se de criar endpoints de interface para todas as sub-redes em sua VPC a 
partir das quais você deseja se conectar ao Studio Classic.

Ao criar um endpoint de interface, certifique-se de que os grupos de segurança em seu endpoint 
permitam acesso de entrada ao tráfego HTTPS dos grupos de segurança associados SageMaker 
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ao Studio Classic. Para obter mais informações, consulte Controlar o acesso aos serviços com 
endpoints de VPC.

Note

Além de criar um endpoint de interface para se conectar ao SageMaker Studio Classic, 
crie um endpoint de interface para se conectar à API da Amazon SageMaker . Quando 
os usuários ligam CreatePresignedDomainUrlpara obter a URL para se conectar ao 
Studio Classic, essa chamada passa pelo endpoint da interface usado para se conectar à 
SageMaker API.

Ao criar o endpoint de interface, especifique aws.sagemaker.Region.studio como o nome do 
serviço. Depois de criar um endpoint de interface, habilite o DNS privado para seu endpoint. Quando 
você se conecta ao SageMaker Studio Classic de dentro da VPC usando a SageMaker API, o ou 
o consoleAWS CLI, você se conecta por meio do endpoint da interface em vez da Internet pública. 
Você também precisa configurar um DNS personalizado com zonas hospedadas privadas para 
o endpoint da Amazon VPC, para que o Studio Classic SageMaker possa acessar a API usando 
SageMaker o endpoint em vez de usar api.sagemaker.$region.amazonaws.com a URL do 
endpoint da VPC. Para obter instruções sobre como configurar uma zona hospedada privada, 
consulte Trabalhar com zonas hospedadas privadas.

Crie uma política de VPC Endpoint para o Studio Classic SageMaker

Você pode anexar uma política de endpoint da Amazon VPC à interface VPC endpoints que você 
usa para se conectar ao Studio Classic. SageMaker A política de endpoint controla o acesso ao 
Studio Classic. Você pode especificar o seguinte:

• A entidade principal que pode executar ações.

• As ações que podem ser executadas.

• Os recursos sobre os quais as ações podem ser realizadas.

Para usar um VPC endpoint com o SageMaker Studio Classic, sua política de endpoint deve permitir 
a CreateApp operação no tipo de aplicativo. KernelGateway Isso permite que o tráfego que é 
roteado por meio do endpoint de VPC chame a API CreateApp. O exemplo de política de endpoint 
de VPC a seguir mostra como conceder a permissão à operação CreateApp.

{ 
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 "Statement": [ 
   { 
     "Action": "sagemaker:CreateApp", 
     "Effect": "Allow", 
     "Resource": "arn:aws:sagemaker:us-west-2:acct-id:app/domain-id/*", 
     "Principal": "*" 
   } 
 ]
}

Para obter mais informações, consulte Controlar acesso a serviços com endpoints de VPC.

O exemplo a seguir de uma política de VPC endpoint especifica que todos os usuários que têm 
acesso ao endpoint têm permissão para acessar os perfis de usuário no SageMaker domínio com o 
ID de domínio especificado. O acesso a outros domínios é negado.

{ 
  "Statement": [ 
      { 
          "Action": "sagemaker:CreatePresignedDomainUrl", 
          "Effect": "Allow", 
          "Resource": "arn:aws:sagemaker:us-west-2:acct-id:user-profile/domain-id/*", 
          "Principal": "*" 
      } 
  ]
}

Permitir o acesso somente de dentro da sua VPC

Usuários fora da sua VPC podem se conectar ao SageMaker Studio Classic pela Internet, mesmo 
que você configure um endpoint de interface na sua VPC.

Para permitir o acesso somente às conexões feitas de dentro da sua VPC, crie uma política do (IAM) 
AWS Identity and Access Management para esse efeito. Adicione essa política a cada usuário, grupo 
ou função usada para acessar o Studio Classic. Esse recurso só é compatível com o modo IAM e 
não com o modo IAM Identity Center. Os exemplos a seguir demonstram como criar essas políticas.

Important

Se você aplicar uma política do IAM semelhante a um dos exemplos a seguir, os usuários 
não poderão acessar o SageMaker Studio Classic ou as SageMaker APIs especificadas por 
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meio do SageMaker console. Para acessar o Studio Classic, os usuários devem usar uma 
URL pré-assinada ou chamar as SageMaker APIs diretamente.

Exemplo 1: permitir conexões somente dentro da sub-rede de um endpoint de interface

A política a seguir permite conexões somente para chamadores em uma sub-rede na qual você criou 
um endpoint de interface.

{ 
    "Id": "sagemaker-studio-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable SageMaker Studio Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:SourceVpc": "vpc-111bbaaa"
                } 
            } 
        } 
    ]
}

Exemplo 2: permitir conexões somente por meio de endpoints de interface usando
aws:sourceVpce

A política a seguir permite conexões somente com aquelas feitas por meio dos endpoints de interface 
especificados pela chave de condição aws:sourceVpce. Por exemplo, o primeiro endpoint da 
interface pode permitir o acesso por meio do SageMaker console. O segundo endpoint da interface 
pode permitir o acesso por meio da SageMaker API.

{ 
    "Id": "sagemaker-studio-example-2", 
    "Version": "2012-10-17", 
    "Statement": [ 
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        { 
            "Sid": "Enable SageMaker Studio Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:sourceVpce": [ 
                         "vpce-111bbccc", 
                         "vpce-111bbddd"
                    ] 
                } 
            } 
        } 
    ]
}

Essa política também inclui a ação DescribeUserProfile. Normalmente, você chama
DescribeUserProfile para verificar se o status do perfil do usuário é InService antes de tentar 
se conectar ao domínio. Por exemplo: .

aws sagemaker describe-user-profile \ 
    --domain-id domain-id \ 
    --user-profile-name profile-name

Resposta:

{ 
    "DomainId": "domain-id", 
    "UserProfileArn": "arn:aws:sagemaker:us-west-2:acct-id:user-profile/domain-id/
profile-name", 
    "UserProfileName": "profile-name", 
    "HomeEfsFileSystemUid": "200001", 
    "Status": "InService", 
    "LastModifiedTime": 1605418785.555, 
    "CreationTime": 1605418477.297
}

aws sagemaker create-presigned-domain-url 

Conecte-se à SageMaker sua VPC 6226

https://docs.aws.amazon.com/sagemaker/latest/APIReference/API_DescribeUserProfile.html


Amazon SageMaker Guia do Desenvolvedor

    --domain-id domain-id \ 
    --user-profile-name profile-name

Resposta:

{ 
    "AuthorizedUrl": "https://domain-id.studio.us-west-2.sagemaker.aws/auth?
token=AuthToken"
}

Para essas duas chamadas, se você estiver usando uma versão do SDK da AWS lançada antes de 
13 de agosto de 2018, deverá especificar o URL do endpoint na chamada. Por exemplo, o exemplo a 
seguir mostra uma chamada para create-presigned-domain-url:

aws sagemaker create-presigned-domain-url 
    --domain-id domain-id \ 
    --user-profile-name profile-name \ 
    --endpoint-url vpc-endpoint-id.api.sagemaker.Region.vpce.amazonaws.com

Exemplo 3: permitir conexões de endereços IP usando aws:SourceIp

A política a seguir permite conexões somente do intervalo especificado de endereços IP usando a 
chave de condição aws:SourceIp.

{ 
    "Id": "sagemaker-studio-example-3", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable SageMaker Studio Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "IpAddress": { 
                    "aws:SourceIp": [ 
                         "192.0.2.0/24", 
                         "203.0.113.0/24"
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                    ] 
                } 
            } 
        } 
    ]
}

Exemplo 4: permitir conexões de endereços IP por meio de um endpoint de interface usando
aws:VpcSourceIp

Se você estiver acessando o SageMaker Studio Classic por meio de um endpoint de interface, 
poderá usar a chave de aws:VpcSourceIp condição para permitir conexões somente do intervalo 
especificado de endereços IP na sub-rede em que você criou o endpoint da interface, conforme 
mostrado na política a seguir:

{ 
    "Id": "sagemaker-studio-example-4", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable SageMaker Studio Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedDomainUrl", 
                "sagemaker:DescribeUserProfile" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "IpAddress": { 
                    "aws:VpcSourceIp": [ 
                         "192.0.2.0/24", 
                         "203.0.113.0/24"
                    ] 
                }, 
                "StringEquals": { 
                    "aws:SourceVpc": "vpc-111bbaaa"
                } 
            } 
        } 
    ]
}

Conecte-se à SageMaker sua VPC 6228



Amazon SageMaker Guia do Desenvolvedor

Conectar-se a uma instância de caderno por meio de um endpoint de interface VPC

Você pode conectar sua instância de caderno da VPC através de um endpoint de interface na sua 
nuvem privada virtual (VPC) em vez de conectar-se através da internet pública. Quando você usa um 
endpoint de VPC de interface, a comunicação entre sua VPC e a instância de caderno é realizada de 
forma completa e segura na rede da AWS.

SageMaker instâncias de notebook oferecem suporte a endpoints de interface da Amazon Virtual 
Private Cloud (Amazon VPC) que são alimentados por. AWS PrivateLink Cada endpoint da VCP é 
representado por uma ou mais interfaces de rede elástica com endereços IP privados em suas sub-
redes da VPC.

Note

Antes de criar uma interface VPC endpoint para se conectar a uma instância de notebook, 
crie uma interface VPC endpoint para se conectar à API. SageMaker Dessa forma, quando 
os usuários chamarem CreatePresignedNotebookInstanceUrl para obter o URL para se 
conectarem à instância de caderno, essa chamada também será feita por meio do endpoint 
da interface da VPC. Para obter mais informações, consulte Conecte-se à SageMaker sua 
VPC.

Você pode criar um endpoint de interface para conectar-se à sua instância de caderno com os 
comandos AWS Management Console ou AWS Command Line Interface (AWS CLI). Para obter 
instruções, consulte Criar um endpoint de interface. Certifique-se de criar um endpoint de interface 
para todas as sub-redes da VPC da qual você deseja se conectar à instância de caderno.

Ao criar o endpoint de interface, especifique aws.sagemaker.Region.notebook como o nome do 
serviço. Depois de criar um VPC endpoint, habilite o DNS privado para seu VPC endpoint. Qualquer 
pessoa que use a SageMaker APIAWS CLI, o ou o console para se conectar à instância do notebook 
de dentro da VPC se conecta à instância do notebook por meio do VPC endpoint em vez da Internet 
pública.

SageMaker as instâncias de notebook oferecem suporte a endpoints de VPC em todos os lugares 
em que a Amazon VPC Regiões da AWS e a Amazon estão disponíveis. SageMaker

Tópicos

• Conectar sua rede privada à sua VPC
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• Criar uma política de VPC endpoint para instâncias do bloco de anotações do SageMaker

• Restringir o acesso a conexões de dentro da sua VPC

Conectar sua rede privada à sua VPC

Para conectar-se à instância de caderno por meio da VPC, você precisa se conectar de uma 
instância que esteja dentro da VPC ou conectar sua rede privada à sua VPC usando uma AWS 
Virtual Private Network (AWS VPN) ou AWS Direct Connect. Para obter informações sobre a AWS 
VPN, consulte Conexões VPN no Guia do usuário do Amazon Virtual Private Cloud. Para obter 
informações sobre o AWS Direct Connect, consulte Criar de uma conexão, no Guia do Usuário do 
AWS Direct Connect.

Criar uma política de VPC endpoint para instâncias do bloco de anotações do SageMaker

Você pode criar uma política para endpoints da Amazon VPC para instâncias de SageMaker 
notebooks para especificar o seguinte:

• A entidade principal que pode executar ações.

• As ações que podem ser executadas.

• Os recursos sobre os quais as ações podem ser realizadas.

Para obter mais informações, consulte Controlar o acesso a serviços com endpoint da VPCs no
Manual do usuário da Amazon VPC.

O exemplo a seguir de uma política de VPC endpoint especifica que todos os usuários com acesso 
ao endpoint têm permissão para acessar a instância de caderno chamada myNotebookInstance.

{ 
  "Statement": [ 
      { 
          "Action": "sagemaker:CreatePresignedNotebookInstanceUrl", 
          "Effect": "Allow", 
          "Resource": "arn:aws:sagemaker:us-west-2:123456789012:notebook-instance/
myNotebookInstance", 
          "Principal": "*" 
      } 
  ]
}
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O acesso a outras instâncias de caderno é negado.

Restringir o acesso a conexões de dentro da sua VPC

Mesmo que você configure um endpoint de interface na seu VPC, os indivíduos fora dessa VPC 
podem se conectar à instâncias de caderno pela Internet.

Important

Se você aplicar uma política do IAM semelhante a uma das seguintes, os usuários não 
poderão acessar as SageMaker APIs especificadas ou a instância do notebook por meio do 
console.

Para restringir o acesso apenas conexões feitas de dentro da sua VPC, crie uma política do AWS 
Identity and Access Management que restringe o acesso apenas às chamadas que vêm de dentro da 
sua VPC. Em seguida, adicione essa política a qualquer usuário, grupo ou perfil do AWS Identity and 
Access Management usado para acessar a instância de caderno.

Note

Essa política permite conexões somente para chamadores em uma sub-rede na qual você 
criou um endpoint de interface.

{ 
    "Id": "notebook-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable Notebook Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedNotebookInstanceUrl", 
                "sagemaker:DescribeNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "StringEquals": { 
                    "aws:SourceVpc": "vpc-111bbaaa" 
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                } 
            } 
        } 
    ]
}

Se você quiser restringir o acesso à instância de caderno apenas para conexões feitas usando o 
endpoint de interface, use a chave de condição aws:SourceVpce em vez de aws:SourceVpc:.

{ 
    "Id": "notebook-example-1", 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Sid": "Enable Notebook Access", 
            "Effect": "Allow", 
            "Action": [ 
                "sagemaker:CreatePresignedNotebookInstanceUrl", 
                "sagemaker:DescribeNotebookInstance" 
            ], 
            "Resource": "*", 
            "Condition": { 
                "ForAnyValue:StringEquals": { 
                    "aws:sourceVpce": [ 
                        "vpce-111bbccc", 
                        "vpce-111bbddd" 
                    ] 
                } 
            } 
        } 
    ]
}

Esses dois exemplos de políticas pressupõem que você também criou um endpoint de interface 
para a SageMaker API. Para ter mais informações, consulte Conecte-se à SageMaker sua VPC. No 
segundo exemplo, um dos valores para aws:SourceVpce é o ID do endpoint de interface para a 
instância de caderno. O outro é o ID do endpoint da interface para a SageMaker API.

Os exemplos de políticas aqui incluem
DescribeNotebookInstance porque normalmente você chamaria DescribeNotebookInstance
para ter certeza de que o NotebookInstanceStatus é InService antes de tentar conectar-se a 
ela. Por exemplo: .
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aws sagemaker describe-notebook-instance \ 
                    --notebook-instance-name myNotebookInstance 
                     
                     
{ 
   "NotebookInstanceArn": 
   "arn:aws:sagemaker:us-west-2:1234567890ab:notebook-instance/mynotebookinstance", 
   "NotebookInstanceName": "myNotebookInstance", 
   "NotebookInstanceStatus": "InService", 
   "Url": "mynotebookinstance.notebook.us-west-2.sagemaker.aws", 
   "InstanceType": "ml.m4.xlarge", 
   "RoleArn": 
   "arn:aws:iam::1234567890ab:role/service-role/AmazonSageMaker-
ExecutionRole-12345678T123456", 
   "LastModifiedTime": 1540334777.501, 
   "CreationTime": 1523050674.078, 
   "DirectInternetAccess": "Disabled"
}
aws sagemaker create-presigned-notebook-instance-url --notebook-instance-name 
 myNotebookInstance 
                 
                 
{ 
   "AuthorizedUrl": "https://mynotebookinstance.notebook.us-west-2.sagemaker.aws?
authToken=AuthToken
}

Note

O presigned-notebook-instance-url, AuthorizedUrl, gerado pode ser usado de 
qualquer lugar na internet.

Para essas duas chamadas, se você não habilitou nomes de host DNS privados para o seu endpoint 
de VPC, ou se você estiver usando uma versão do SDK da AWS lançada antes de 13 de agosto de 
2018, deverá especificar o URL do endpoint na chamada. Por exemplo, a chamada para create-
presigned-notebook-instance-url é:

aws sagemaker create-presigned-notebook-instance-url 
    --notebook-instance-name myNotebookInstance --endpoint-url 
     VPC_Endpoint_ID.api.sagemaker.Region.vpce.amazonaws.com
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Conectar sua rede privada à sua VPC

Para chamar a SageMaker API e o SageMaker Runtime por meio de sua VPC, você precisa se 
conectar a partir de uma instância que esteja dentro da VPC ou conectar sua rede privada à sua 
VPC usando um () ou. AWS Virtual Private Network AWS VPN AWS Direct Connect Para obter 
informações sobre a AWS VPN, consulte Conexões VPN no Guia do usuário do Amazon Virtual 
Private Cloud. Para obter informações sobre o AWS Direct Connect, consulte Criar de uma conexão, 
no Guia do Usuário do AWS Direct Connect.

Dê SageMaker acesso aos recursos em sua Amazon VPC

SageMaker executa os seguintes tipos de trabalho em uma Amazon Virtual Private Cloud por 
padrão.

• Processamento

• Treinamento

• Hospedagem de modelos

• Transformação em lote

• Amazon SageMaker Clarify

• SageMaker Compilação

No entanto, contêineres para esses trabalhos acessam recursos AWS, como os buckets do Amazon 
Simple Storage Service (Amazon S3), nos quais você armazena dados de treinamento e artefatos de 
modelo, pela Internet.

Para controlar o acesso aos seus contêineres do trabalho e dados, recomendamos criar uma VPC 
privada e configurá-la para que ela não seja acessível pela Internet. Para obter informações sobre 
como criar e configurar uma VPC, consulte Conceitos básicos da Amazon VPC no Guia do usuário 
da Amazon VPC. Usar uma VPC ajuda a proteger seus contêineres de trabalho e dados, pois é 
possível configurá-la para não se conectar à Internet. Além disso, permite monitorar todo o tráfego de 
rede de entrada e saída de seus contêineres de trabalho, com os logs de fluxo da VPC. Para obter 
mais informações, consulte Logs de fluxo da VPC no Guia do usuário do Amazon Virtual Private 
Cloud.

Especifique a configuração de sua VPC privada ao criar trabalhos. Basta especificar sub-redes e 
grupos de segurança. Quando você especifica as sub-redes e os grupos de segurança, SageMaker 
cria interfaces de rede elásticas associadas aos seus grupos de segurança em uma das sub-redes. 

Dê SageMaker acesso aos recursos em sua Amazon VPC 6234

https://docs.aws.amazon.com/vpc/latest/userguide/vpn-connections.html
https://docs.aws.amazon.com/directconnect/latest/UserGuide/create-connection.html
https://docs.aws.amazon.com/AmazonVPC/latest/UserGuide/getting-started-ipv4.html
https://docs.aws.amazon.com/AmazonVPC/latest/UserGuide/flow-logs.html


Amazon SageMaker Guia do Desenvolvedor

As interfaces de rede permitem que seus contêineres de trabalho sejam conectados aos recursos em 
sua VPC. Para obter mais informações sobre interfaces de rede, consulte Interfaces de rede elástica
no Guia do usuário da Amazon VPC.

Você especifica uma configuração de VPC dentro do VpcConfig objeto da
CreateProcessingJoboperação ou CreateTrainingJoboperação. Especificar uma configuração de 
VPC ao criar um trabalho de treinamento dá ao seu modelo acesso aos recursos dentro de sua VPC.

Especificar uma configuração de VPC por si só não altera o caminho de invocação. Para se conectar 
à Amazon SageMaker dentro de uma VPC, crie um VPC endpoint e invoque-o. Para ter mais 
informações, consulte Conecte-se à SageMaker sua VPC.

Tópicos

• Conceda aos trabalhos de SageMaker processamento acesso aos recursos em sua Amazon VPC

• Conceda aos trabalhos de SageMaker treinamento acesso aos recursos em sua Amazon VPC

• Conceda aos endpoints SageMaker hospedados acesso aos recursos em sua Amazon VPC

• Conceder aos trabalhos de transformação em lotes acesso aos recursos em sua Amazon VPC

• Dê ao Amazon SageMaker Clarify Jobs acesso aos recursos em sua Amazon VPC

• Dê aos trabalhos SageMaker de compilação acesso aos recursos em sua Amazon VPC

• Dar aos trabalhos do Inference Recommender acesso aos recursos em sua Amazon VPC

Conceda aos trabalhos de SageMaker processamento acesso aos recursos em sua 
Amazon VPC

Para controlar o acesso aos seus dados e trabalhos de processamento, crie uma Amazon VPC 
com sub-redes privadas. Para obter informações sobre como criar e configurar uma VPC, consulte
Conceitos básicos da Amazon VPC no Guia do usuário da Amazon VPC.

É possível monitorar todo o tráfego de rede de entrada e saída dos contêineres de processamento 
com os logs de fluxo da VPC. Para obter mais informações, consulte Logs de fluxo da VPC no Guia 
do usuário do Amazon Virtual Private Cloud.

Este documento explica como adicionar configurações da Amazon VPC para trabalhos de 
processamento.
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Configurar um trabalho de processamento para acesso à Amazon VPC

Configure o trabalho de processamento especificando as sub-redes e os IDs do grupo de segurança 
na VPC. Não é necessário especificar a sub-rede para o contêiner de processamento. A Amazon 
retira SageMaker automaticamente o contêiner de processamento do Amazon ECR. Para obter mais 
informações sobre os contêineres de processamento, consulte Processar dados.

Ao criar um trabalho de processamento, você pode especificar sub-redes e grupos de segurança em 
sua VPC usando o SageMaker console ou a API.

Para usar a API, você especifica as sub-redes e os IDs do grupo de segurança no
NetworkConfig.VpcConfig parâmetro da  CreateProcessingJoboperação. SageMaker usa os 
detalhes da sub-rede e do grupo de segurança para criar as interfaces de rede e as anexa aos 
contêineres de processamento. As interfaces de rede concedem aos contêineres de processamento 
uma conexão de rede na sua VPC. Isso permite que o trabalho de processamento se conecte aos 
recursos que existem em sua VPC.

Veja a seguir um exemplo do parâmetro VpcConfig incluído na sua chamada para a operação
CreateProcessingJob:

VpcConfig: { 
    "Subnets": [ 
        "subnet-0123456789abcdef0", 
        "subnet-0123456789abcdef1", 
        "subnet-0123456789abcdef2" 
    ],     
    "SecurityGroupIds": [ 
        "sg-0123456789abcdef0" 
    ]
}

Configurar a VPC privada para processamento do SageMaker

Ao configurar a VPC privada para SageMaker seus trabalhos de processamento, use as diretrizes a 
seguir. Para obter informações sobre como configurar uma VPC, consulte Como trabalhar com VPCs 
e sub-redes no Guia do usuário da Amazon VPC.

Tópicos

• Garanta que as sub-redes tenham endereços IP suficientes

• Criar um endpoint de VPC do Amazon S3
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• Use uma política de endpoint personalizada para restringir o acesso ao S3

• Configurar tabelas de rotas

• Configuração do grupo de segurança da VPC

• Conectar-se a recursos fora de sua VPC

• Monitore trabalhos SageMaker de processamento da Amazon com CloudWatch registros e 
métricas

Garanta que as sub-redes tenham endereços IP suficientes

As sub-redes da VPC devem ter pelo menos dois endereços IP privados para cada instância em um 
trabalho de processamento. Para obter mais informações, consulte Dimensionamento da VPC e da 
sub-rede para IPv4 no Guia do usuário da Amazon VPC.

Criar um endpoint de VPC do Amazon S3

Se você configurar a VPC para que os contêineres de processamento não tenham acesso à Internet, 
eles não poderão se conectar aos buckets do Amazon S3 que contêm os dados, a menos que 
você crie um endpoint de VPC que permita o acesso. Ao criar um VPC endpoint, você permite 
que os contêineres de processamento acessem os buckets onde os dados são armazenados. 
Recomendamos que você também crie uma política personalizada para que apenas solicitações da 
sua VPC privada acessem os buckets do S3. Para obter mais informações, consulte Endpoints para 
Amazon S3.

Criação de um VPC endpoint do S3

1. Abra o console da Amazon VPC em https://console.aws.amazon.com/vpc/.

2. No painel de navegação, selecione Endpoints e Criar endpoint.

3. Em Nome do serviço, escolha com.amazonaws.region.s3, em que a região é o nome da 
região em que a VPC reside.

4. Em VPC, escolha a VPC que você deseja usar para esse endpoint.

5. Para Configurar tabelas de rotas, selecione as tabelas de rotas a serem usadas pelo endpoint. O 
serviço VPC adiciona automaticamente uma rota a cada tabela de rotas selecionada que aponta 
qualquer tráfego do S3 para o novo endpoint.

6. Em Política, escolha Acesso total para permitir acesso total ao serviço do S3 por qualquer 
usuário ou serviço dentro da VPC. Escolha Personalizar para restringir ainda mais o acesso. 
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Para obter mais informações, consulte Use uma política de endpoint personalizada para 
restringir o acesso ao S3.

Use uma política de endpoint personalizada para restringir o acesso ao S3

A política de endpoint padrão permite acesso total ao S3 para qualquer usuário ou serviço em sua 
VPC. Para restringir ainda mais o acesso ao S3, crie uma política de endpoint personalizada. Para 
obter mais informações, consulte Usar políticas de endpoint para o Amazon S3. Você também pode 
usar uma política de buckets para restringir o acesso aos seus buckets do S3 somente ao tráfego 
proveniente da sua Amazon VPC. Para obter informações, consulte Usar as Políticas do Bucket do 
Amazon S3.

Restringir a instalação do pacote no contêiner de processamento

A política de endpoint padrão permite que os usuários instalem pacotes dos repositórios do Amazon 
Linux e do Amazon Linux 2 no contêiner de processamento. Se você não deseja que os usuários 
instalem pacotes, crie uma política de endpoint personalizada que negue explicitamente o acesso 
a esses repositórios. Veja a seguir um exemplo de política que nega acesso somente a esses 
repositórios:

{  
    "Statement": [  
      {  
        "Sid": "AmazonLinuxAMIRepositoryAccess", 
        "Principal": "*", 
        "Action": [  
            "s3:GetObject"  
        ], 
        "Effect": "Deny", 
        "Resource": [ 
            "arn:aws:s3:::packages.*.amazonaws.com/*", 
            "arn:aws:s3:::repo.*.amazonaws.com/*" 
        ]  
      }  
    ]  
}  

{  
    "Statement": [  
        { "Sid": "AmazonLinux2AMIRepositoryAccess", 
          "Principal": "*", 
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          "Action": [  
              "s3:GetObject"  
              ], 
          "Effect": "Deny", 
          "Resource": [ 
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*"  
              ]  
         }  
    ]  
} 

Configurar tabelas de rotas

Use as definições padrão de DNS da sua tabela de rotas de endpoint para que os URLs padrão do 
Amazon S3 (por exemplo, http://s3-aws-region.amazonaws.com/MyBucket) resolvam. 
Se não usar as configurações padrão de DNS, verifique se os URLs usados para especificar os 
locais dos dados nos trabalhos de processamento são resolvidos configurando as tabelas de rotas 
do endpoint. Para obter informações sobre as tabelas de rotas de endpoints da VPC, consulte
Roteamento para endpoints do gateway no Guia do usuário da Amazon VPC.

Configuração do grupo de segurança da VPC

No processamento distribuído, é necessário permitir a comunicação entre os diferentes contêineres 
no mesmo trabalho de processamento. Para fazer isso, configure uma regra para seu grupo de 
segurança que permita conexões de entrada entre membros do mesmo grupo de segurança. Para 
obter mais informações, consulte Regras de grupos de segurança.

Conectar-se a recursos fora de sua VPC

Se você estiver conectando seus modelos a recursos fora da VPC em que eles estão sendo 
executados, faça o seguinte:

• Conecte-se a outros serviços AWS – Se o modelo precisar de acesso a um serviço da AWS 
compatível com endpoints de interface da Amazon VPC, crie um endpoint para se conectar 
a esse serviço. Para obter uma lista de serviços compatíveis com os endpoints de interface, 
consulte Serviços da AWS que se integram ao AWS PrivateLink, no Guia do usuário do AWS 
PrivateLink. Para obter mais informações sobre como criar um endpoint de interface da VPC, 
consulte Acessar um serviço da AWS por meio de um endpoint de interface da VPC no Guia do 
usuário do AWS PrivateLink.

• Conecte-se a recursos pela Internet – Se seus modelos estiverem sendo executados em instâncias 
em uma Amazon VPC que não tenha uma sub-rede com acesso à Internet, os modelos não terão 
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acesso aos recursos na Internet. Se seu modelo precisar acessar um serviço AWS que não seja 
compatível com endpoints de interface da VPC ou um recurso externo à AWS, verifique se você 
está executando seus modelos em uma sub-rede privada que tenha acesso à Internet usando um 
gateway NAT público em uma sub-rede pública. Depois de executar seus modelos na sub-rede 
privada, configure seus grupos de segurança e listas de controle de acesso à rede (NACLs) para 
permitir conexões de saída da sub-rede privada para o gateway NAT público na sub-rede pública. 
Para obter mais informações, consulte Gateways NAT no Guia do usuário da Amazon VPC.

Monitore trabalhos SageMaker de processamento da Amazon com CloudWatch registros e métricas

SageMaker A Amazon fornece CloudWatch registros e métricas da Amazon para monitorar trabalhos 
de treinamento. CloudWatch fornece CPU, GPU, memória, memória de GPU, métricas de disco e 
registro de eventos. Para obter mais informações sobre o monitoramento SageMaker dos trabalhos 
de processamento da Amazon, consulte Monitore a Amazon SageMaker com a Amazon CloudWatch
SageMaker Métricas de tarefas e endpoints e.

Conceda aos trabalhos de SageMaker treinamento acesso aos recursos em sua 
Amazon VPC

Note

Para trabalhos de treinamento, você pode configurar apenas sub-redes com uma VPC de 
locação padrão em que sua instância é executada em hardware compartilhado. Para obter 
mais informações sobre o atributo de locação para VPCs, consulte Instâncias dedicadas.

Configurar um trabalho de treinamento para acesso à Amazon VPC

Para controlar o acesso aos seus trabalhos de treinamento, execute-os em uma Amazon VPC com 
sub-redes privadas que não têm acesso à Internet.

Configure o trabalho de treinamento para ser executado na VPC especificando as sub-redes e os 
IDs do grupo de segurança. Não é necessário especificar a sub-rede para o contêiner do trabalho de 
treinamento. A Amazon extrai SageMaker automaticamente a imagem do contêiner de treinamento 
do Amazon ECR.

Ao criar um trabalho de treinamento, você pode especificar as sub-redes e os grupos de segurança 
em sua VPC usando o SageMaker console da Amazon ou a API.
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Para usar a API, você especifica as sub-redes e os IDs do grupo de segurança no VpcConfig
parâmetro da  CreateTrainingJoboperação. SageMaker usa os detalhes da sub-rede e do grupo de 
segurança para criar as interfaces de rede e as anexa aos contêineres de treinamento. As interfaces 
de rede concedem aos contêineres de treinamento uma conexão de rede na sua VPC. Isso permite 
que o trabalho de treinamento se conecte aos recursos que existem em sua VPC.

Veja a seguir um exemplo do parâmetro VpcConfig incluído na sua chamada para a operação
CreateTrainingJob:

VpcConfig: { 
      "Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
          ] 
        }

Configure sua VPC privada para treinamento SageMaker

Ao configurar a VPC privada para SageMaker seus trabalhos de treinamento, use as diretrizes a 
seguir. Para obter informações sobre como configurar uma VPC, consulte Como trabalhar com VPCs 
e sub-redes no Guia do usuário da Amazon VPC.

Tópicos

• Garanta que as sub-redes tenham endereços IP suficientes

• Criar um endpoint de VPC do Amazon S3

• Use uma política de endpoint personalizada para restringir o acesso ao S3

• Configurar tabelas de rotas

• Configuração do grupo de segurança da VPC

• Conectar-se a recursos fora de sua VPC

• Monitore trabalhos SageMaker de treinamento da Amazon com CloudWatch registros e métricas
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Garanta que as sub-redes tenham endereços IP suficientes

As instâncias de treinamento que não usam um Elastic Fabric Adapter (EFA) devem ter pelo menos 
dois endereços IP privados. As instâncias de treinamento que não usam um EFA devem ter pelo 
menos cinco endereços IP privados. Para obter mais informações, consulte Vários endereços IP no 
Guia do usuário do Amazon EC2.

As sub-redes da VPC devem ter pelo menos dois endereços IP privados para cada instância em um 
trabalho de treinamento. Para obter mais informações, consulte Dimensionamento da VPC e da sub-
rede para IPv4 no Guia do usuário da Amazon VPC.

Criar um endpoint de VPC do Amazon S3

Se você configurar sua VPC para que os contêineres de treinamento não tenham acesso à Internet, 
eles não poderão se conectar aos buckets do Amazon S3 que contêm os dados de treinamento, a 
menos que você crie um endpoint de VPC que permita o acesso. Ao criar um VPC endpoint, você 
permite que os contêineres de treinamento acessem os buckets de armazenamento dos dados e 
artefatos de modelo. Recomendamos que você também crie uma política personalizada para que 
apenas solicitações da sua VPC privada acessem os buckets do S3. Para obter mais informações, 
consulte Endpoints para Amazon S3.

Criação de um VPC endpoint do S3

1. Abra o console da Amazon VPC em https://console.aws.amazon.com/vpc/.

2. No painel de navegação, selecione Endpoints e Criar endpoint.

3. Em Nome do serviço, escolha com.amazonaws.region.s3, em que region é o nome da região 
em que a VPC reside.

4. Escolha o tipo de gateway.

5. Em VPC, escolha a VPC que você deseja usar para esse endpoint.

6. Para Configurar tabelas de rotas, selecione as tabelas de rotas a serem usadas pelo endpoint. O 
serviço VPC adiciona automaticamente uma rota a cada tabela de rotas selecionada que aponta 
qualquer tráfego do S3 para o novo endpoint.

7. Em Política, escolha Acesso total para permitir acesso total ao serviço do S3 por qualquer 
usuário ou serviço dentro da VPC. Escolha Personalizar para restringir ainda mais o acesso. 
Para obter mais informações, consulte Use uma política de endpoint personalizada para 
restringir o acesso ao S3.
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Use uma política de endpoint personalizada para restringir o acesso ao S3

A política de endpoint padrão permite acesso total ao S3 para qualquer usuário ou serviço em sua 
VPC. Para restringir ainda mais o acesso ao S3, crie uma política de endpoint personalizada. Para 
obter mais informações, consulte Usar políticas de endpoint para o Amazon S3. Você também pode 
usar uma política de buckets para restringir o acesso aos seus buckets do S3 somente ao tráfego 
proveniente da sua Amazon VPC. Para obter informações, consulte Usar as Políticas do Bucket do 
Amazon S3.

Restringir a instalação do pacote no contêiner de treinamento

A política de endpoint padrão permite que os usuários instalem pacotes dos repositórios do Amazon 
Linux e do Amazon Linux 2 no contêiner de treinamento. Se você não deseja que os usuários 
instalem pacotes, crie uma política de endpoint personalizada que negue explicitamente o acesso 
a esses repositórios. Veja a seguir um exemplo de política que nega acesso somente a esses 
repositórios:

{  
    "Statement": [  
      {  
        "Sid": "AmazonLinuxAMIRepositoryAccess", 
        "Principal": "*", 
        "Action": [  
            "s3:GetObject"  
        ], 
        "Effect": "Deny", 
        "Resource": [ 
            "arn:aws:s3:::packages.*.amazonaws.com/*", 
            "arn:aws:s3:::repo.*.amazonaws.com/*" 
        ]  
      }  
    ]  
}  

{  
    "Statement": [  
        { "Sid": "AmazonLinux2AMIRepositoryAccess", 
          "Principal": "*", 
          "Action": [  
              "s3:GetObject"  
              ], 
          "Effect": "Deny", 
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          "Resource": [ 
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*"  
              ]  
         }  
    ]  
} 

Configurar tabelas de rotas

Use as definições padrão de DNS da sua tabela de rotas de endpoint para que os URLs padrão do 
Amazon S3 (por exemplo, http://s3-aws-region.amazonaws.com/MyBucket) resolvam. 
Se você não usar essas definições, verifique se os outros URLs conseguem resolver, os usados 
para especificar os locais dos dados nos trabalhos de treinamento. Para isso, configure a tabelas de 
rotas de endpoint. Para obter informações sobre as tabelas de rotas de endpoints da VPC, consulte
Roteamento para endpoints do gateway no Guia do usuário da Amazon VPC.

Configuração do grupo de segurança da VPC

No treinamento distribuído, é necessário permitir a comunicação entre os diferentes contêineres 
no mesmo trabalho de treinamento. Para fazer isso, configure uma regra para seu grupo de 
segurança que permita conexões de entrada entre membros do mesmo grupo de segurança. Para 
instâncias habilitadas para EFA, garanta que as conexões de entrada e saída permitam todo o 
tráfego do mesmo grupo de segurança. Para obter mais informações, consulte Regras dos grupos de 
segurança no Guia do usuário da Amazon Virtual Private Cloud.

Conectar-se a recursos fora de sua VPC

Se você configurar a VPC para que não tenha acesso à Internet, os trabalhos de treinamento que a 
utilizam não terão acesso a recursos externos. Se o seu trabalho de treinamento precisar acessar 
recursos fora da VPC, conceda o acesso com uma das seguintes opções:

• Se o trabalho de treinamento precisar de acesso a um serviço da AWS compatível com VPC 
endpoints de interface, crie um endpoint para se conectar a esse serviço. Para obter uma lista dos 
serviços compatíveis com endpoints de interface, consulte Endpoint de VPC no Guia do usuário 
do Amazon Virtual Private Cloud. Para obter informações sobre a criação de uma interface VPC 
endpoint, consulte Interface VPC Endpoints (AWS PrivateLink) no Guia do usuário da Amazon
Virtual Private Cloud.

• Se o trabalho de treinamento precisar acessar um serviço da AWS não compatível com endpoints 
de interface da VPC ou um recurso fora da AWS, crie um gateway NAT e configure seus grupos 
de segurança para permitir conexões de saída. Para obter informações sobre como configurar um 
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gateway NAT para sua VPC, consulte Cenário 2: VPC com sub-redes pública e privada (NAT) no
Guia do usuário da Amazon Virtual Private Cloud.

Monitore trabalhos SageMaker de treinamento da Amazon com CloudWatch registros e métricas

SageMaker A Amazon fornece CloudWatch registros e métricas da Amazon para monitorar trabalhos 
de treinamento. CloudWatch fornece CPU, GPU, memória, memória de GPU, métricas de disco e 
registro de eventos. Para obter mais informações sobre o monitoramento de trabalhos SageMaker 
de treinamento da Amazon, consulte Monitore a Amazon SageMaker com a Amazon CloudWatch
SageMaker Métricas de tarefas e endpoints e.

Conceda aos endpoints SageMaker hospedados acesso aos recursos em sua Amazon 
VPC

Configurar um modelo para acesso à Amazon VPC

Para especificar sub-redes e grupos de segurança em sua VPC privada, use o parâmetro de
VpcConfig solicitação da CreateModelAPI ou forneça essas informações ao criar um modelo 
no console. SageMaker SageMaker usa essas informações para criar interfaces de rede e anexá-
las aos contêineres do modelo. As interfaces de rede concedem aos contêineres de modelo uma 
conexão de rede na sua VPC, sem acesso à Internet. Além disso, permitem que o modelo conecte-
se aos recursos da VPC privada.

Note

Você deve criar pelo menos duas sub-redes em diferentes zonas de disponibilidade na sua 
VPC privada, mesmo se tiver apenas uma instância de hospedagem.

Veja a seguir um exemplo do parâmetro VpcConfig incluído na sua chamada para CreateModel:

VpcConfig: { 
      "Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
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          ] 
       }

Configure sua VPC privada para hospedagem SageMaker

Ao configurar a VPC privada para SageMaker seus modelos, use as diretrizes a seguir. Para obter 
informações sobre como configurar uma VPC, consulte Como trabalhar com VPCs e sub-redes no
Guia do usuário da Amazon VPC.

Tópicos

• Garanta que as sub-redes tenham endereços IP suficientes

• Criar um endpoint de VPC do Amazon S3

• Usar uma política de endpoint personalizada para restringir o acesso ao Amazon S3

• Adicionar permissões para acesso ao endpoint para contêineres em execução em uma VPC para 
políticas personalizadas do IAM

• Configurar tabelas de rotas

• Conectar-se a recursos fora de sua VPC

Garanta que as sub-redes tenham endereços IP suficientes

As instâncias de treinamento que não usam um Elastic Fabric Adapter (EFA) devem ter pelo menos 
dois endereços IP privados. As instâncias de treinamento que não usam um EFA devem ter pelo 
menos cinco endereços IP privados. Para obter mais informações, consulte Vários endereços IP no 
Guia do usuário do Amazon EC2.

Criar um endpoint de VPC do Amazon S3

Se você configurar sua VPC para que os contêineres de modelos não tenham acesso à Internet, 
eles não poderão se conectar aos buckets do Amazon S3 que contêm os dados, a menos que você 
crie um endpoint de VPC que permita o acesso. Ao criar um endpoint de VPC, você permite que 
seus contêineres de modelo acessem os buckets em que você armazena seus dados e artefatos 
de modelo. Recomendamos que você também crie uma política personalizada para que apenas 
solicitações da sua VPC privada acessem os buckets do S3. Para obter mais informações, consulte
Endpoints para Amazon S3.

Para criar um endpoint de VPC do Amazon S3:

1. Abra o console da Amazon VPC em https://console.aws.amazon.com/vpc/.
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2. No painel de navegação, selecione Endpoints e Criar endpoint.

3. Em Nome do serviço, escolha com.amazonaws.region.s3, em que a region é o nome da 
região AWS em que a VPC reside.

4. Em VPC, escolha a VPC que você deseja usar para esse endpoint.

5. Para Configurar tabelas de rotas, selecione as tabelas de rotas que o endpoint usará. O serviço 
VPC adiciona automaticamente uma rota a cada tabela de rotas selecionada que aponta o 
tráfego do Amazon S3 para o novo endpoint.

6. Em Política, escolha Acesso total para permitir acesso total ao serviço do Amazon S3 por 
qualquer usuário ou serviço dentro da VPC. Para restringir ainda mais o acesso, escolha
Personalizar. Para ter mais informações, consulte Usar uma política de endpoint personalizada 
para restringir o acesso ao Amazon S3.

Usar uma política de endpoint personalizada para restringir o acesso ao Amazon S3

A política de endpoint padrão permite acesso total ao Amazon Simple Storage Service (Amazon S3) 
para qualquer usuário ou serviço em sua VPC. Para restringir ainda mais o acesso ao Amazon S3, 
crie uma política de endpoint personalizada. Para obter mais informações, consulte Usar políticas de 
endpoint para o Amazon S3.

Você também pode usar uma política de buckets para restringir o acesso aos seus buckets do S3 
somente ao tráfego proveniente da sua Amazon VPC. Para obter informações, consulte Usar as 
Políticas do Bucket do Amazon S3.

Restringir a instalação do pacote no contêiner de modelo com uma política de endpoint 
personalizada

A política de endpoint padrão permite que os usuários instalem pacotes dos repositórios do Amazon 
Linux e do Amazon Linux 2 no contêiner de modelo. Se você não deseja que os usuários instalem 
pacotes desses repositórios, crie uma política de endpoint personalizada que negue explicitamente 
o acesso aos repositórios do Amazon Linux e Amazon Linux 2. Veja a seguir um exemplo de política 
que nega acesso somente a esses repositórios:

{  
    "Statement": [  
      {  
        "Sid": "AmazonLinuxAMIRepositoryAccess", 
        "Principal": "*", 
        "Action": [  

Dê SageMaker acesso aos recursos em sua Amazon VPC 6247

https://docs.aws.amazon.com/vpc/latest/userguide/vpc-endpoints-s3.html#vpc-endpoints-policies-s3
https://docs.aws.amazon.com/vpc/latest/userguide/vpc-endpoints-s3.html#vpc-endpoints-policies-s3
https://docs.aws.amazon.com/vpc/latest/userguide/vpc-endpoints-s3.html#vpc-endpoints-s3-bucket-policies
https://docs.aws.amazon.com/vpc/latest/userguide/vpc-endpoints-s3.html#vpc-endpoints-s3-bucket-policies


Amazon SageMaker Guia do Desenvolvedor

            "s3:GetObject"  
        ], 
        "Effect": "Deny", 
        "Resource": [ 
            "arn:aws:s3:::packages.*.amazonaws.com/*", 
            "arn:aws:s3:::repo.*.amazonaws.com/*" 
        ]  
      }  
    ]  
}  

{  
    "Statement": [  
        { "Sid": "AmazonLinux2AMIRepositoryAccess", 
          "Principal": "*", 
          "Action": [  
              "s3:GetObject"  
              ], 
          "Effect": "Deny", 
          "Resource": [ 
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*"  
              ]  
         }  
    ]  
} 

Adicionar permissões para acesso ao endpoint para contêineres em execução em uma VPC para 
políticas personalizadas do IAM

A política gerenciada SageMakerFullAccess inclui as permissões que você precisa para usar 
modelos configurados para acesso à Amazon VPC com um endpoint. Essas permissões permitem 
SageMaker criar uma interface de rede elástica e anexá-la a contêineres de modelo em execução 
em uma VPC. Se usar sua própria política do IAM, você deverá adicionar as seguintes permissões a 
essa política para usar modelos configurados para acesso à VPC.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Action": [ 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeDhcpOptions", 
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                "ec2:DescribeVpcs", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:CreateNetworkInterface" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Para obter mais informações sobre a política gerenciada SageMakerFullAccess, consulte
AWSpolítica gerenciada: AmazonSageMakerFullAccess.

Configurar tabelas de rotas

Use as definições padrão de DNS da sua tabela de rotas de endpoint para que os URLs padrão do 
Amazon S3 (por exemplo, http://s3-aws-region.amazonaws.com/MyBucket) resolvam. Se 
você não usar essas definições, verifique se os outros URLs conseguem resolver, os usados para 
especificar os locais dos dados nos modelos. Para isso, configure a tabelas de rotas de endpoint. 
Para obter informações sobre as tabelas de rotas de endpoints da VPC, consulte Roteamento para 
endpoints do gateway no Guia do usuário da Amazon VPC.

Conectar-se a recursos fora de sua VPC

Se você configurar a VPC para que não tenha acesso à Internet, os modelos que a utilizam não terão 
acesso a recursos externos. Se o seu modelo precisarem acessar recursos fora da VPC, conceda o 
acesso com uma das seguintes opções:

• Se o modelo precisar de acesso a um serviço da AWS compatível com VPC endpoints de 
interface, crie um endpoint para se conectar a esse serviço. Para obter uma lista dos serviços 
compatíveis com endpoints de interface, consulte Endpoint de VPCs no Guia do usuário da 
Amazon VPC. Para obter informações sobre a criação de uma interface VPC endpoint, consulte 
Interface VPC Endpoints () no Guia do usuário AWS PrivateLink da Amazon VPC.

• Se o seu modelo precisar acessar um serviço da AWS não compatível com VPC endpoints de 
interface ou um recurso fora da AWS, crie um gateway NAT e configure seus grupos de segurança 
para permitir conexões de saída. Para obter informações sobre como configurar um gateway 
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NAT para sua VPC, consulte Cenário 2: VPC com sub-redes pública e privada (NAT) no Guia do 
usuário da Amazon Virtual Private Cloud.

Conceder aos trabalhos de transformação em lotes acesso aos recursos em sua 
Amazon VPC

Para controlar o acesso aos seus dados e trabalhos de transformação de lotes, recomendamos 
criar uma Amazon VPC privada e configurá-la para que eles não sejam acessíveis pela Internet 
pública. Especifique a configuração de sua VPC privada ao criar um modelo. Basta especificar sub-
redes e grupos de segurança. Em seguida, você especifica o mesmo modelo ao criar uma tarefa de 
transformação em lote. Quando você especifica as sub-redes e os grupos de segurança, SageMaker 
cria interfaces de rede elásticas associadas aos seus grupos de segurança em uma das sub-redes. 
As interfaces de rede permitem que seus contêineres de modelo sejam conectados aos recursos em 
sua VPC. Para obter mais informações sobre interfaces de rede, consulte Interfaces de rede elástica
no Guia do usuário da Amazon VPC.

Este documento explica como adicionar configurações da Amazon VPC para trabalhos de 
transformação de lotes.

Configurar um trabalho de transformação de lotes para acesso à Amazon VPC

Para especificar sub-redes e grupos de segurança na sua VPC privada, use o parâmetro de 
solicitação VpcConfig da API CreateModel ou forneça essas informações ao criar um modelo no 
console do SageMaker . Em seguida, especifique o mesmo modelo no parâmetro de ModelName
solicitação da CreateTransformJobAPI ou no campo Nome do modelo ao criar um trabalho de 
transformação no SageMaker console. SageMaker usa essas informações para criar interfaces 
de rede e anexá-las aos contêineres do modelo. As interfaces de rede concedem aos contêineres 
de modelo uma conexão de rede na sua VPC, sem acesso à Internet. Além disso, permitem que o 
trabalho de transformação conecte-se aos recursos da VPC privada.

Veja a seguir um exemplo do parâmetro VpcConfig incluído na sua chamada para CreateModel:

VpcConfig: { 
      "Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
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          ] 
        }

Se você estiver criando um modelo usando a operação de API CreateModel, o perfil de execução 
do IAM usado para criar o modelo deverá incluir as permissões descritas no CreateModel API: 
Permissões da função de execução, incluindo as seguintes permissões necessárias para uma VPC 
privada.

Ao criar um modelo no console, se você selecionar Criar uma nova função na seção Configurações 
do modelo, a AmazonSageMakerFullAccess política usada para criar a função já conterá essas 
permissões. Se você selecionar Inserir um ARN de perfil do IAM personalizado ou Usar perfil 
existente, o ARN do perfil que você especificar deverá ter uma política de execução anexada com as 
seguintes permissões.

{ 
            "Effect": "Allow", 
            "Action": [ 
            "ec2:CreateNetworkInterface", 
            "ec2:CreateNetworkInterfacePermission", 
            "ec2:DeleteNetworkInterface", 
            "ec2:DeleteNetworkInterfacePermission", 
            "ec2:DescribeNetworkInterfaces", 
            "ec2:DescribeVpcs", 
            "ec2:DescribeDhcpOptions", 
            "ec2:DescribeSubnets", 
            "ec2:DescribeSecurityGroups"

Configure sua VPC privada para Batch Transform SageMaker

Ao configurar a VPC privada para SageMaker seus trabalhos de transformação em lote, use 
as diretrizes a seguir. Para obter informações sobre como configurar uma VPC, consulte Como 
trabalhar com VPCs e sub-redes no Guia do usuário da Amazon VPC.

Tópicos

• Garanta que as sub-redes tenham endereços IP suficientes

• Criar um endpoint de VPC do Amazon S3

• Use uma política de endpoint personalizada para restringir o acesso ao S3

• Configurar tabelas de rotas

• Configuração do grupo de segurança da VPC
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• Conectar-se a recursos fora de sua VPC

Garanta que as sub-redes tenham endereços IP suficientes

As sub-redes da VPC devem ter pelo menos dois endereços IP privados para cada instância em um 
trabalho de transformação. Para obter mais informações, consulte Dimensionamento da VPC e da 
sub-rede para IPv4 no Guia do usuário da Amazon VPC.

Criar um endpoint de VPC do Amazon S3

Se você configurar sua VPC para que os contêineres de modelos não tenham acesso à Internet, 
eles não poderão se conectar aos buckets do Amazon S3 que contêm os dados, a menos que você 
crie um endpoint de VPC que permita o acesso. Ao criar um endpoint de VPC, você permite que 
seus contêineres de modelo acessem os buckets em que você armazena seus dados e artefatos 
de modelo. Recomendamos que você também crie uma política personalizada para que apenas 
solicitações da sua VPC privada acessem os buckets do S3. Para obter mais informações, consulte
Endpoints para Amazon S3.

Criação de um VPC endpoint do S3

1. Abra o console da Amazon VPC em https://console.aws.amazon.com/vpc/.

2. No painel de navegação, selecione Endpoints e Criar endpoint.

3. Em Nome do serviço, escolha com.amazonaws.region.s3, em que a região é o nome da 
região em que a VPC reside.

4. Em VPC, escolha a VPC que você deseja usar para esse endpoint.

5. Para Configurar tabelas de rotas, selecione as tabelas de rotas a serem usadas pelo endpoint. O 
serviço VPC adiciona automaticamente uma rota a cada tabela de rotas selecionada que aponta 
qualquer tráfego do S3 para o novo endpoint.

6. Em Política, escolha Acesso total para permitir acesso total ao serviço do S3 por qualquer 
usuário ou serviço dentro da VPC. Escolha Personalizar para restringir ainda mais o acesso. 
Para obter mais informações, consulte Use uma política de endpoint personalizada para 
restringir o acesso ao S3.

Use uma política de endpoint personalizada para restringir o acesso ao S3

A política de endpoint padrão permite acesso total ao S3 para qualquer usuário ou serviço em sua 
VPC. Para restringir ainda mais o acesso ao S3, crie uma política de endpoint personalizada. Para 
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obter mais informações, consulte Usar políticas de endpoint para o Amazon S3. Você também pode 
usar uma política de buckets para restringir o acesso aos seus buckets do S3 somente ao tráfego 
proveniente da sua Amazon VPC. Para obter informações, consulte Usar as Políticas do Bucket do 
Amazon S3.

Restringir a instalação do pacote no contêiner do modelo

A política de endpoint padrão permite que os usuários instalem pacotes dos repositórios do Amazon 
Linux e do Amazon Linux 2 no contêiner de treinamento. Se você não deseja que os usuários 
instalem pacotes, crie uma política de endpoint personalizada que negue explicitamente o acesso 
a esses repositórios. Veja a seguir um exemplo de política que nega acesso somente a esses 
repositórios:

{  
    "Statement": [  
      {  
        "Sid": "AmazonLinuxAMIRepositoryAccess", 
        "Principal": "*", 
        "Action": [  
            "s3:GetObject"  
        ], 
        "Effect": "Deny", 
        "Resource": [ 
            "arn:aws:s3:::packages.*.amazonaws.com/*", 
            "arn:aws:s3:::repo.*.amazonaws.com/*" 
        ]  
      }  
    ]  
}  

{  
    "Statement": [  
        { "Sid": "AmazonLinux2AMIRepositoryAccess", 
          "Principal": "*", 
          "Action": [  
              "s3:GetObject"  
              ], 
          "Effect": "Deny", 
          "Resource": [ 
              "arn:aws:s3:::amazonlinux.*.amazonaws.com/*"  
              ]  
         }  
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    ]  
} 

Configurar tabelas de rotas

Use as definições padrão de DNS da sua tabela de rotas de endpoint para que os URLs padrão do 
Amazon S3 (por exemplo, http://s3-aws-region.amazonaws.com/MyBucket) resolvam. 
Se você não usar as configurações de DNS padrão, certifique-se de que as URLs usadas para 
especificar os locais dos dados em seus trabalhos de transformação em lote sejam resolvidas 
configurando as tabelas de rota do endpoint. Para obter informações sobre as tabelas de rotas de 
endpoints da VPC, consulte Roteamento para endpoints do gateway no Guia do usuário da Amazon 
VPC.

Configuração do grupo de segurança da VPC

Na transformação em lote distribuída, você deve permitir a comunicação entre os diferentes 
contêineres no mesmo trabalho de transformação em lote. Para fazer isso, configure uma regra para 
seu grupo de segurança que permita conexões de entrada e saída entre membros do mesmo grupo 
de segurança. Membros do mesmo grupo de segurança devem ser capazes de se comunicar entre 
eles em todas as portas. Para obter mais informações, consulte Regras de grupos de segurança.

Conectar-se a recursos fora de sua VPC

Se você configurar sua VPC para que ela não tenha acesso à Internet, os trabalhos de 
transformação em lote que usarem essa VPC não terão acesso a recursos fora da sua VPC. Se o 
seu trabalho de transformação em lote precisar acessar recursos fora da VPC, conceda o acesso 
com uma das seguintes opções:

• Se o trabalho de transformação em lote precisar de acesso a um serviço do AWS compatível com 
VPC endpoints de interface, crie um endpoint para se conectar a esse serviço. Para obter uma 
lista dos serviços compatíveis com endpoints de interface, consulte Endpoint de VPCs no Guia do 
usuário da Amazon VPC. Para obter informações sobre a criação de uma interface VPC endpoint, 
consulte Interface VPC Endpoints () no Guia do usuário AWS PrivateLink da Amazon VPC.

• Se o trabalho de transformação em lote precisar acessar um serviço da AWS não compatível 
com VPC endpoints de interface ou um recurso fora da AWS, crie um gateway NAT e configure 
seus grupos de segurança para permitir conexões de saída. Para obter informações sobre como 
configurar um gateway NAT para sua VPC, consulte Cenário 2: VPC com sub-redes pública e 
privada (NAT) no Guia do usuário da Amazon Virtual Private Cloud.
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Dê ao Amazon SageMaker Clarify Jobs acesso aos recursos em sua Amazon VPC

Para controlar o acesso aos seus dados e às tarefas do SageMaker Clarify, recomendamos que 
você crie uma Amazon VPC privada e a configure para que suas tarefas não sejam acessíveis 
pela Internet pública. Para obter informações sobre como criar e configurar uma Amazon VPC 
para trabalhos de processamento, consulte SageMaker Conceder acesso aos trabalhos de 
processamento aos recursos em sua Amazon VPC.

Este documento explica como adicionar configurações adicionais da Amazon VPC que atendam aos 
requisitos dos trabalhos do Clarify. SageMaker

Tópicos

• Configurar um SageMaker Clarify Job para acesso à Amazon VPC

• Configure sua Amazon VPC privada para SageMaker trabalhos do Clarify

Configurar um SageMaker Clarify Job para acesso à Amazon VPC

Você precisa especificar sub-redes e grupos de segurança ao configurar sua Amazon VPC privada 
para trabalhos do SageMaker Clarify e permitir que o trabalho obtenha inferências do SageMaker 
modelo ao calcular métricas de viés pós-treinamento e contribuições de recursos que ajudem a 
explicar as previsões do modelo.

Tópicos

• SageMaker Clarify Job: sub-redes e grupos de segurança do Amazon VPC

• Configurar um modelo da Amazon VPC para inferência

SageMaker Clarify Job: sub-redes e grupos de segurança do Amazon VPC

Sub-redes e grupos de segurança em sua Amazon VPC privada podem ser atribuídos a um trabalho 
do SageMaker Clarify de várias maneiras, dependendo de como você cria o trabalho.

• SageMaker console: forneça essas informações ao criar o trabalho no SageMakerPainel. No menu
Processamento, escolha Trabalhos de processamento e, em seguida, escolha Criar trabalho 
de processamento. Selecione a opção VPC no painel Rede e forneça as sub-redes e os grupos 
de segurança usando as listas suspensas. Certifique-se de que a opção de isolamento de rede 
fornecida neste painel esteja desativada.
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• SageMaker API: use o parâmetro de NetworkConfig.VpcConfig solicitação da
CreateProcessingJobAPI, conforme mostrado no exemplo a seguir:

"NetworkConfig": { 
    "VpcConfig": { 
        "Subnets": [ 
            "subnet-0123456789abcdef0", 
            "subnet-0123456789abcdef1", 
            "subnet-0123456789abcdef2" 
        ], 
        "SecurityGroupIds": [ 
            "sg-0123456789abcdef0" 
        ] 
    }
}

• SageMaker SDK do Python: use o NetworkConfig parâmetro da
SageMakerClarifyProcessorAPI ou da ProcessorAPI, conforme mostrado no exemplo a 
seguir:

from sagemaker.network import NetworkConfig
network_config = NetworkConfig( 
    subnets=[ 
        "subnet-0123456789abcdef0", 
        "subnet-0123456789abcdef1", 
        "subnet-0123456789abcdef2", 
    ], 
    security_group_ids=[ 
        "sg-0123456789abcdef0", 
    ],
)

SageMaker usa as informações para criar interfaces de rede e anexá-las à tarefa do SageMaker 
Clarify. As interfaces de rede fornecem uma tarefa do SageMaker Clarify com uma conexão de rede 
dentro da Amazon VPC que não está conectada à Internet pública. Eles também permitem que o 
trabalho SageMaker Clarify se conecte a recursos em sua Amazon VPC privada.
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Note

A opção de isolamento de rede da tarefa do SageMaker Clarify deve ser desativada 
(por padrão, a opção está desativada) para que a tarefa do SageMaker Clarify possa se 
comunicar com o endpoint sombra.

Configurar um modelo da Amazon VPC para inferência

Para calcular as métricas e a explicabilidade do viés pós-treinamento, o trabalho do SageMaker 
Clarify precisa obter inferências do SageMaker modelo especificado pelo model_name parâmetro 
da configuração de análise do trabalho de processamento do Clarify. SageMaker Como alternativa, 
se você usar a SageMakerClarifyProcessor API no SDK do SageMaker Python, o trabalho 
precisará obter o model_name especificado pela classe. ModelConfig Para fazer isso, o trabalho 
SageMaker Clarify cria um endpoint efêmero com o modelo, conhecido como endpoint sombra, e 
depois aplica a configuração do modelo da Amazon VPC ao endpoint sombra.

Para especificar sub-redes e grupos de segurança em sua Amazon VPC privada para o SageMaker 
modelo, use o parâmetro de VpcConfig solicitação da CreateModelAPI ou forneça essas 
informações ao criar o modelo usando o SageMaker painel no console. Veja a seguir um exemplo do 
parâmetro VpcConfig incluído na sua chamada para CreateModel:

"VpcConfig": { 
    "Subnets": [ 
        "subnet-0123456789abcdef0", 
        "subnet-0123456789abcdef1", 
        "subnet-0123456789abcdef2" 
    ], 
    "SecurityGroupIds": [ 
        "sg-0123456789abcdef0" 
    ]
}

Você pode especificar o número de instâncias do endpoint paralelo a serem iniciadas com o
initial_instance_count parâmetro da configuração de análise para a tarefa de processamento 
do SageMaker Clarify. Como alternativa, se você usar a SageMakerClarifyProcessor API 
no SDK do SageMaker Python, o trabalho precisará obter o instance_count especificado pela 
classe. ModelConfig
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Note

Mesmo que você solicite apenas uma instância ao criar o endpoint paralelo, precisará de 
pelo menos duas sub-redes no modelo em zonas de ModelConfigdisponibilidade distintas. 
Caso contrário, a criação de endpoints de sombra falhará com o erro a seguir:
ClientError: Erro ao hospedar o endpoint sagemaker-clarify-endpoint -XXX: Falha. Motivo: 
Não é possível localizar pelo menos duas zonas de disponibilidade com o tipo de instância 
solicitado YYY que se sobreponham às sub-redes. SageMaker

Se seu modelo exigir arquivos de modelo no Amazon S3, o modelo da Amazon VPC precisará ter 
um endpoint de VPC do Amazon S3. Para obter mais informações sobre como criar e configurar uma 
Amazon VPC SageMaker para modelos, consulte. Conceda aos endpoints SageMaker hospedados 
acesso aos recursos em sua Amazon VPC

Configure sua Amazon VPC privada para SageMaker trabalhos do Clarify

Em geral, você pode seguir as etapas em Configurar sua VPC privada para SageMaker 
processamento para configurar sua Amazon VPC privada para trabalhos do Clarify. SageMaker Aqui 
estão alguns destaques e requisitos especiais para trabalhos na SageMaker Clarify.

Tópicos

• Conectar-se a recursos fora da sua Amazon VPC

• Configurar o grupo de segurança da Amazon VPC

Conectar-se a recursos fora da sua Amazon VPC

Se você configurar sua Amazon VPC para que ela não tenha acesso público à Internet, alguma 
configuração adicional será necessária para conceder à SageMaker Clarify jobs acesso a recursos 
e serviços fora da sua Amazon VPC. Por exemplo, um endpoint VPC do Amazon S3 é necessário 
porque um trabalho do SageMaker Clarify precisa carregar um conjunto de dados de um bucket 
do S3 e salvar os resultados da análise em um bucket do S3. Para obter mais informações, 
consulte Criar um endpoint de VPC do Amazon S3 do guia de criação. Além disso, se uma tarefa do 
SageMaker Clarify precisar obter inferências do endpoint paralelo, ela precisará chamar vários outros 
AWS serviços.

• Crie um endpoint VPC do serviço de SageMaker API da Amazon: o trabalho SageMaker Clarify 
precisa chamar o serviço de SageMaker API da Amazon para manipular o endpoint paralelo 
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ou descrever um modelo para validação do SageMaker Amazon VPC. Você pode seguir as 
orientações fornecidas no blog Protegendo todas as chamadas de SageMaker API da Amazon 
com o AWS PrivateLink blog para criar um endpoint VPC de SageMaker API da Amazon que 
permita que o trabalho SageMaker do Clarify faça as chamadas de serviço. Observe que o nome 
do serviço de SageMaker API da Amazon écom.amazonaws.region.sagemaker.api, onde
região é o nome da região em que sua Amazon VPC reside.

• Crie um endpoint VPC do Amazon SageMaker Runtime: o trabalho do SageMaker Clarify 
precisa chamar o serviço de tempo de SageMaker execução da Amazon, que encaminha as 
invocações para o endpoint paralelo. As etapas de configuração são semelhantes às do serviço 
de SageMaker API da Amazon. Observe que o nome do serviço Amazon SageMaker Runtime 
écom.amazonaws.region.sagemaker.runtime, onde region é o nome da região em que 
sua Amazon VPC reside.

Configurar o grupo de segurança da Amazon VPC

SageMaker Os trabalhos do Clarify oferecem suporte ao processamento distribuído quando duas ou 
mais instâncias de processamento são especificadas de uma das seguintes formas:

• SageMaker console: a contagem de instâncias é especificada na parte Configuração de recursos
do painel Configurações de trabalho na página Criar tarefa de processamento.

• SageMaker API: o InstanceCount é especificado quando você cria o trabalho com a
CreateProcessingJobAPI.

• SageMaker SDK do Python: o instance_count é especificado ao usar a
SageMakerClarifyProcessorAPI ou a API do processador.

No processamento distribuído, é necessário permitir a comunicação entre as diferentes instâncias 
no mesmo trabalho de processamento. Para fazer isso, configure uma regra para seu grupo de 
segurança que permita conexões de entrada entre membros do mesmo grupo de segurança. Para 
mais informações, consulte Regras do grupo de segurança.
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Dê aos trabalhos SageMaker de compilação acesso aos recursos em sua Amazon 
VPC

Note

Para trabalhos de compilação, você pode configurar apenas sub-redes com uma VPC de 
locação padrão em que seu trabalho é executado em hardware compartilhado. Para obter 
mais informações sobre o atributo de locação para VPCs, consulte Instâncias dedicadas.

Configurar um trabalho de compilação para acesso à Amazon VPC

Para especificar sub-redes e grupos de segurança em sua VPC privada, use o parâmetro de
VpcConfig solicitação da CreateCompilationJobAPI ou forneça essas informações ao criar um 
trabalho de compilação no console. SageMaker SageMaker O Neo usa essas informações para criar 
interfaces de rede e anexá-las aos seus trabalhos de compilação. As interfaces de rede concedem 
aos trabalhos de compilação uma conexão de rede na sua VPC, sem acesso à Internet. Além disso, 
permitem que o trabalho de compilação conecte-se aos recursos da VPC privada. Veja a seguir um 
exemplo do parâmetro VpcConfig incluído na sua chamada para CreateCompilationJob:

VpcConfig: {"Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
          ] 
        }

Configure sua VPC privada para compilação SageMaker

Ao configurar a VPC privada para SageMaker seus trabalhos de compilação, use as diretrizes a 
seguir. Para obter informações sobre como configurar uma VPC, consulte Como trabalhar com VPCs 
e sub-redes no Guia do usuário da Amazon VPC.

Tópicos

• Garanta que as sub-redes tenham endereços IP suficientes

• Criar um endpoint de VPC do Amazon S3
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• Use uma política de endpoint personalizada para restringir o acesso ao S3

• Configurar tabelas de rotas

• Configuração do grupo de segurança da VPC

Garanta que as sub-redes tenham endereços IP suficientes

As sub-redes da VPC devem ter pelo menos dois endereços IP privados para cada instância em um 
trabalho de compilação. Para obter mais informações, consulte Dimensionamento da VPC e da sub-
rede para IPv4 no Guia do usuário da Amazon VPC.

Criar um endpoint de VPC do Amazon S3

Se você configurar sua VPC para bloquear o acesso à Internet, o SageMaker Neo não poderá 
se conectar aos buckets do Amazon S3 que contêm seus modelos, a menos que você crie um 
endpoint de VPC que permita acesso. Ao criar um VPC endpoint, você permite que seus trabalhos 
de compilação SageMaker Neo acessem os buckets onde você armazena seus dados e artefatos 
de modelo. Recomendamos que você também crie uma política personalizada para que apenas 
solicitações da sua VPC privada acessem os buckets do S3. Para obter mais informações, consulte
Endpoints para Amazon S3.

Criação de um VPC endpoint do S3

1. Abra o console da Amazon VPC em https://console.aws.amazon.com/vpc/.

2. No painel de navegação, selecione Endpoints e Criar endpoint.

3. Em Nome do serviço, escolha com.amazonaws.region.s3, em que region é o nome da região 
em que a VPC reside.

4. Escolha o tipo de gateway.

5. Em VPC, escolha a VPC que você deseja usar para esse endpoint.

6. Para Configurar tabelas de rotas, selecione as tabelas de rotas a serem usadas pelo endpoint. O 
serviço VPC adiciona automaticamente uma rota a cada tabela de rotas selecionada que aponta 
qualquer tráfego do S3 para o novo endpoint.

7. Em Política, escolha Acesso total para permitir acesso total ao serviço do S3 por qualquer 
usuário ou serviço dentro da VPC. Escolha Personalizar para restringir ainda mais o acesso. 
Para obter mais informações, consulte Use uma política de endpoint personalizada para 
restringir o acesso ao S3.
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Use uma política de endpoint personalizada para restringir o acesso ao S3

A política de endpoint padrão permite acesso total ao S3 para qualquer usuário ou serviço em sua 
VPC. Para restringir ainda mais o acesso ao S3, crie uma política de endpoint personalizada. Para 
obter mais informações, consulte Usar políticas de endpoint para o Amazon S3. Você também pode 
usar uma política de buckets para restringir o acesso aos seus buckets do S3 somente ao tráfego 
proveniente da sua Amazon VPC. Para obter informações, consulte Usar as Políticas do Bucket do 
Amazon S3. Veja a seguir um exemplo de política personalizada:

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Deny", 
            "Principal": { 
                "AWS": "*" 
            }, 
            "Action": "s3:GetObject", 
            "Resource": [ 
                "arn:aws:s3:::your-sample-bucket", 
                "arn:aws:s3:::your-sample-bucket/*" 
            ], 
            "Condition": { 
                "StringNotEquals": { 
                    "aws:SourceVpce": [ 
                        "vpce-01234567890123456" 
                    ] 
                } 
            } 
        } 
    ]
}

Adicione permissões para trabalhos de compilação em execução em uma Amazon VPC para 
políticas personalizadas do IAM

A política gerenciada SageMakerFullAccess inclui as permissões que você precisa para usar 
modelos configurados para acesso à Amazon VPC com um endpoint. Essas permissões permitem 
que SageMaker o Neo crie uma interface de rede elástica e a anexe ao trabalho de compilação 
executado em uma Amazon VPC. Se usar sua própria política do IAM, você deverá adicionar as 
seguintes permissões a essa política para usar modelos configurados para acesso à Amazon VPC.
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{"Version": "2012-10-17", 
    "Statement": [ 
        {"Effect": "Allow", 
            "Action": [ 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:CreateNetworkInterface", 
                "ec2:ModifyNetworkInterfaceAttribute" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Para obter mais informações sobre a política gerenciada SageMakerFullAccess, consulte
AWSpolítica gerenciada: AmazonSageMakerFullAccess.

Configurar tabelas de rotas

Use as definições padrão de DNS da sua tabela de rotas de endpoint para que os URLs padrão do 
Amazon S3 (por exemplo, http://s3-aws-region.amazonaws.com/MyBucket) resolvam. 
Se você não usar essas definições, verifique se os outros URLs que você usa para especificar os 
locais dos dados dos seus trabalhos de compilação conseguem resolver por meio da configuração 
de tabelas de rotas de endpoint. Para obter informações sobre as tabelas de rotas de endpoints da 
VPC, consulte Roteamento para endpoints do gateway no Guia do usuário da Amazon VPC.

Configuração do grupo de segurança da VPC

Em seu grupo de segurança para o trabalho de compilação, você deve permitir a comunicação 
externa com seus endpoints da Amazon VPC do Amazon S3 e os intervalos CIDR da sub-rede 
usados para o trabalho de compilação. Para obter mais informações, consulte as Regras de grupos 
de segurança e Controlar o acesso a serviços com endpoints da Amazon VPC.
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Dar aos trabalhos do Inference Recommender acesso aos recursos em sua Amazon 
VPC

Note

O Inference Recommender exige que você registre seu modelo no Model Registry. Observe 
que o Model Registry não permite que os artefatos do seu modelo ou a imagem do Amazon 
ECR sejam restritos à VPC.
O Inference Recommender também exige que seu objeto do Amazon S3 de exemplo de 
carga não seja restrito à VPC. Para trabalhos de recomendação de inferência, você não pode 
criar uma política personalizada que permita apenas solicitações da sua VPC privada para 
acessar seus buckets do Amazon S3.

Para especificar sub-redes e grupos de segurança em sua VPC privada, use o parâmetro de
RecommendationJobVpcConfig solicitação da CreateInferenceRecommendationsJobAPI ou 
especifique suas sub-redes e grupos de segurança ao criar um trabalho de recomendação no 
console. SageMaker

O Inference Recommender usa essas informações para criar endpoints. Ao provisionar endpoints, 
SageMaker cria interfaces de rede e as conecta aos seus endpoints. As interfaces de rede fornecem 
aos seus endpoints uma conexão de rede com sua VPC. Veja a seguir um exemplo do parâmetro
VpcConfig incluído em uma chamada para CreateInferenceRecommendationsJob:

VpcConfig: { 
      "Subnets": [ 
          "subnet-0123456789abcdef0", 
          "subnet-0123456789abcdef1", 
          "subnet-0123456789abcdef2" 
          ], 
      "SecurityGroupIds": [ 
          "sg-0123456789abcdef0" 
          ] 
       }

Consulte os tópicos a seguir para obter mais informações sobre como configurar sua Amazon VPC 
para uso com trabalhos do Inference Recommender.

Tópicos
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• Verificar se as sub-redes têm endereços IP suficientes

• Criar um endpoint de VPC do Amazon S3

• Adicionar permissões para trabalhos do Inference Recommender em execução em uma Amazon 
VPC para políticas personalizadas do IAM

• Configurar tabelas de rotas

• Configurar grupos de segurança da VPC

Verificar se as sub-redes têm endereços IP suficientes

As sub-redes da VPC devem ter pelo menos dois endereços IP privados para cada instância em um 
trabalho de recomendação de inferência. Para obter mais informações sobre sub-redes e endereços 
IP privados, consulte Como a Amazon VPC funciona no Guia do usuário da Amazon VPC.

Criar um endpoint de VPC do Amazon S3

Se você configurar sua VPC para bloquear o acesso à Internet, o Inference Recommender não 
poderá se conectar aos buckets do Amazon S3 que contêm seus modelos, a menos que você crie 
um endpoint de VPC que permita o acesso. Ao criar um VPC endpoint, você permite que seus 
trabalhos de recomendação de SageMaker inferência acessem os buckets em que você armazena 
seus dados e artefatos de modelo.

Para criar um endpoint de VPC do Amazon S3, use o procedimento a seguir:

1. Abra o console da Amazon VPC.

2. No painel de navegação, selecione Endpoints e Criar endpoint.

3. Em Nome do serviço, escolha com.amazonaws.region.s3, em que region é o nome da 
região em que a VPC reside.

4. Escolha o tipo de gateway.

5. Em VPC, escolha a VPC que você deseja usar para esse endpoint.

6. Para Configurar tabelas de rotas, selecione as tabelas de rotas a serem usadas pelo endpoint. 
O serviço de VPC adiciona automaticamente uma rota a cada tabela de rotas selecionada que 
aponta qualquer tráfego do Amazon S3 para o novo endpoint.

7. Em Política, escolha Acesso total para permitir acesso total ao serviço do Amazon S3 por 
qualquer usuário ou serviço dentro da VPC.
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Adicionar permissões para trabalhos do Inference Recommender em execução em uma Amazon 
VPC para políticas personalizadas do IAM

A política gerenciada  AmazonSageMakerFullAccess inclui as permissões que você precisa 
para usar modelos configurados para acesso à Amazon VPC com um endpoint. Essas permissões 
permitem que o Inference Recommender crie uma interface de rede elástica e a anexe ao trabalho 
de recomendação de inferência executado em uma Amazon VPC. Se usar sua própria política do 
IAM, você deverá adicionar as seguintes permissões a essa política para usar modelos configurados 
para acesso à Amazon VPC.

{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        {"Effect": "Allow", 
            "Action": [ 
                "ec2:DescribeVpcEndpoints", 
                "ec2:DescribeDhcpOptions", 
                "ec2:DescribeVpcs", 
                "ec2:DescribeSubnets", 
                "ec2:DescribeSecurityGroups", 
                "ec2:DescribeNetworkInterfaces", 
                "ec2:DeleteNetworkInterfacePermission", 
                "ec2:DeleteNetworkInterface", 
                "ec2:CreateNetworkInterfacePermission", 
                "ec2:CreateNetworkInterface", 
                "ec2:ModifyNetworkInterfaceAttribute" 
            ], 
            "Resource": "*" 
        } 
    ]
}

Configurar tabelas de rotas

Use as definições padrão de DNS da sua tabela de rotas de endpoint para que os URLs padrão do 
Amazon S3 (por exemplo: http://s3-aws-region.amazonaws.com/MyBucket) resolvam. Se 
você não usar essas definições, verifique se os outros URLs que você usa para especificar os locais 
dos dados dos seus trabalhos de recomendação de inferência conseguem resolver por meio da 
configuração de tabelas de rotas de endpoint. Para obter informações sobre as tabelas de rotas de 
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endpoints da VPC, consulte Roteamento para endpoints do gateway no Guia do usuário da Amazon 
VPC.

Configurar grupos de segurança da VPC

Em seu grupo de segurança para o trabalho de recomendação de inferência, você deve permitir a 
comunicação externa com seus endpoints da VPC do Amazon S3 e os intervalos CIDR da sub-rede 
usados para o trabalho de recomendação de inferência. Para obter mais informações, consulte as
Regras de grupos de segurança e Controlar o acesso a serviços com endpoints da Amazon VPC no
Guia do usuário da Amazon VPC.
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Vender algoritmos e pacotes de modelos no AWS 
Marketplace
O Amazon SageMaker se integra com o AWS Marketplace, permitindo que os desenvolvedores 
cobrem outros usuários do SageMaker pelo uso de seus algoritmos e pacotes de modelos. O 
AWS Marketplace é um catálogo digital administrado que facilita para os clientes encontrar, 
comprar, implantar e gerenciar softwares e serviços de terceiros de que eles precisam para criar 
soluções e administrar seus negócios. O AWS Marketplace inclui milhares de listagens de software 
em categorias populares, como segurança, rede, armazenamento, machine learning, business 
intelligence, banco de dados e DevOps. Ele simplifica o licenciamento e a aquisição de softwares 
com opções de preços flexíveis e vários métodos de implantação.

Para obter mais informações, consulte a Documentação do AWS Marketplace.

Tópicos

• Algoritmos do SageMaker

• Pacotes de modelo do SageMaker

• Vender algoritmos e pacotes de modelos do Amazon SageMaker

• Encontrar e assinar algoritmos e pacotes de modelos no AWS Marketplace

• Usar recursos de algoritmos e pacotes de modelos

Algoritmos do SageMaker

Um algoritmo permite que você realize processos de machine learning de ponta a ponta. Ele tem 
dois componentes lógicos: treinamento e inferência. Os compradores podem usar o componente de 
treinamento para criar trabalhos de treinamento no SageMaker e criar um modelo de aprendizado de 
máquina. O SageMaker salva os artefatos de modelo gerados pelo algoritmo durante o treinamento 
em um bucket do Amazon S3. Para obter mais informações, consulte Treine um modelo com a 
Amazon SageMaker.

Os compradores usam o componente de inferência com os artefatos de modelo gerados durante 
um trabalho de treinamento para criar um modelo implantável em suas contas do SageMaker. Eles 
podem usar o modelo implantável para inferência em tempo real usando serviços de hospedagem 
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do SageMaker. Ou, eles podem obter inferências para um conjunto de dados inteiro executando 
trabalhos de transformação em lote. Para obter mais informações, consulte Implementar um modelo 
no Amazon SageMaker..

Pacotes de modelo do SageMaker

Os compradores usam um pacote de modelos para criar um modelo implantável no SageMaker. Eles 
podem usar o modelo implantável para inferência em tempo real usando serviços de hospedagem 
do SageMaker. Ou, eles podem obter inferências para um conjunto de dados inteiro executando 
trabalhos de transformação em lote. Para obter mais informações, consulte Implementar um modelo 
no Amazon SageMaker.. Como vendedor, você pode construir seus artefatos de modelo treinando 
no SageMaker ou pode usar seus próprios artefatos de modelo de um modelo treinado fora do 
SageMaker. Você pode cobrar os compradores por inferência.

Use seus próprios algoritmos e modelos com o Marketplace AWS

AWS Marketplace.

Tópicos

• Criar recursos de algoritmos e pacotes de modelos

• Usar recursos de algoritmos e pacotes de modelos

Criar recursos de algoritmos e pacotes de modelos

Depois que o seu código de treinamento e/ou inferência é empacotado em contêineres do Docker, 
crie recursos de algoritmos e pacotes de modelo que você possa usar na sua conta do Amazon 
SageMaker e, opcionalmente, publicar no AWS Marketplace.

Tópicos

• Criar um recurso de algoritmo

• Criar um recurso de pacote de modelos

Criar um recurso de algoritmo

Para criar um recurso de algoritmo que você pode usar para executar trabalhos de treinamento no 
Amazon SageMaker e publicar no AWS Marketplace, especifique as seguintes informações:
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• Os contêineres do Docker que contêm o código de treinamento e, opcionalmente, o código de 
inferência.

• A configuração dos dados de entrada que seu algoritmo espera obter para treinamento.

• Os hiperparâmetros compatíveis com seu algoritmo.

• Métricas enviadas pelo seu algoritmo ao Amazon CloudWatch durante trabalhos de treinamento.

• Os tipos de instância compatíveis com seu algoritmo para treinamento e inferência, e se ele 
oferece suporte para treinamento distribuído entre várias instâncias.

• Perfis de validação, que são trabalhos de treinamento usados pelo SageMaker para testar o 
código de treinamento do algoritmo e trabalhos de transformação de lotes executados pelo 
SageMaker para testar o código de inferência do algoritmo.

Para garantir que compradores e vendedores possam ter a confiança de que os produtos 
funcionam no SageMaker, exigimos que você valide seus algoritmos antes de os listar no AWS 
Marketplace. Você só poderá listar produtos no AWS Marketplace se a validação for bem-
sucedida. Para validar seus algoritmos, o SageMaker usa seu perfil de validação e dados de 
exemplo para executar as seguintes tarefas de validação:

1. Criar uma tarefa de treinamento na sua conta para verificar se a sua imagem de treinamento 
funciona com o SageMaker.

2. Se você tiver incluído o código de inferência no seu algoritmo, crie um modelo na sua conta 
usando a imagem de inferência desse algoritmo e os artefatos de modelo produzidos pelo 
trabalho de treinamento.

3. Se você tiver incluído o código de inferência no seu algoritmo, crie um trabalho de 
transformação na sua conta usando o modelo para verificar se a sua imagem de inferência 
funciona com o SageMaker.

Quando você listar seu produto no AWS Marketplace, as entradas e saídas desse processo 
de validação persistirão como parte do seu produto e serão disponibilizadas para os seus 
compradores. Isso ajuda os compradores a compreender e avaliar o produto antes de comprá-lo. 
Por exemplo, os compradores podem inspecionar os dados de entrada que você usou, as saídas 
geradas e os logs e as métricas emitidos pelo seu código. Quanto mais abrangente for a sua 
especificação de validação, mais fácil será para os clientes avaliarem o seu produto.

Note

No seu perfil de validação, forneça apenas os dados que você deseja expor publicamente.
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A validação pode demorar algumas horas. Para consultar o status dos trabalhos na sua conta, 
no console do SageMaker, consulte as páginas Trabalhos de treinamento e trabalhos de 
transformação. Se a validação falhar, você poderá acessar os relatórios de verificação e validação 
no console do SageMaker. Se algum problema for encontrado, você terá que criar o algoritmo 
novamente.

Note

Para publicar seu algoritmo no AWS Marketplace, é necessário pelo menos um perfil de 
validação.

Você pode criar um algoritmo usando o console do SageMaker ou a API do SageMaker.

Tópicos

• Criar um recurso de algoritmo (console)

• Criar um recurso de algoritmo (API)

Criar um recurso de algoritmo (console)

Para criar um recurso de algoritmo (console)

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No menu à esquerda, escolha Treinamento.

3. Na lista suspensa, escolha Algoritmos e, em seguida, escolha Criar algoritmo.

4. Na página Especificações do treinamento, forneça as seguintes informações:

a. Para Nome do algoritmo, digite um nome para o seu algoritmo. O nome do algoritmo deve 
ser exclusivo na sua conta e na região da AWS. Esse nome deve ter de 1 a 64 caracteres. 
Os caracteres válidos são a-z, A-Z, 0-9 e hífen (-).

b. Digite uma descrição para o seu algoritmo. Essa descrição aparece no console do 
SageMaker e no AWS Marketplace.

c. Para a Imagem de treinamento, digite o caminho no Amazon ECR onde seu contêiner de 
treinamento está armazenado.
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d. Para Oferece suporte para treinamento distribuído, escolha Sim se o seu algoritmo for 
compatível com treinamentos em várias instâncias. Caso contrário, escolha Não.

e. Para Oferecer suporte aos tipos de instâncias para treinamento, escolha os tipos de 
instância compatíveis com o seu algoritmo.

f. Para Especificação do canal, especifique até 8 canais de dados de entrada para o seu 
algoritmo. Por exemplo, você pode especificar três canais de entrada chamados train,
validation e test. Para cada canal, especifique as seguintes informações:

i. Para Nome do canal, digite um nome para o canal. Esse nome deve ter de 1 a 64 
caracteres. Os caracteres válidos são a-z, A-Z, 0-9 e hífen (-).

ii. Para exigir o canal para o seu algoritmo, escolha Canal necessário.

iii. Digite uma descrição para o canal.

iv. Para Modos de entrada compatíveis, escolha Modo de pipe, se o seu algoritmo 
oferecer suporte para o streaming dos dados de entrada, e Modo de arquivo, se o seu 
algoritmo oferecer suporte para o download dos dados de entrada como um arquivo. 
Você pode escolher os dois.

v. Para Tipos de conteúdo compatíveis, digite o tipo MIME esperado pelo seu algoritmo 
para os dados de entrada.

vi. Para Supported compression type (Tipo de compactação com suporte), escolha Gzip
se o seu algoritmo oferecer suporte para a compactação Gzip. Caso contrário, escolha
Nenhum.

vii. Escolha Adicionar canal para adicionar outro canal de entrada de dados ou escolha
Avançar se tiver terminado de adicionar canais.

5. Na página Especificações do ajuste, forneça as seguintes informações:

a. Para Especificação dos hiperparâmetros, especifique os hiperparâmetros aceitos pelo 
seu algoritmo, editando o objeto JSON. Para cada hiperparâmetro compatível com seu 
algoritmo, construa um bloco JSON semelhante ao seguinte:

{
"DefaultValue": "5",
"Description": "The first hyperparameter",
"IsRequired": true,
"IsTunable": false,
"Name": "intRange",
"Range": {
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"IntegerParameterRangeSpecification": {
"MaxValue": "10",
"MinValue": "1"
},
"Type": "Integer"
}

No JSON, forneça o seguinte:

i. Para DefaultValue, especifique um valor padrão para o hiperparâmetro, se houver 
um.

ii. Para Description, especifique uma descrição para o hiperparâmetro.

iii. Para IsRequired especifique se o hiperparâmetro é necessário.

iv. Para IsTunable, especifique true se esse hiperparâmetro puder ser ajustado 
quando um usuário executar um trabalho de ajuste de hiperparâmetro que use esse 
algoritmo. Para obter mais informações, consulte Execute o ajuste automático do 
modelo com SageMaker.

v. Para Name, especifique um nome para o hiperparâmetro.

vi. Para Range, especifique um dos seguintes:

• IntegerParameterRangeSpecification - os valores do hiperparâmetro são 
números inteiros. Especifique os valores mínimo e máximo para o hiperparâmetro.

•

• ContinuousParameterRangeSpecification - os valores do hiperparâmetro 
são valores de ponto flutuante. Especifique os valores mínimo e máximo para o 
hiperparâmetro.

• CategoricalParameterRangeSpecification - os valores do hiperparâmetro 
são valores categóricos. Especifique uma lista de todos os valores possíveis.

vii. Para Type, especifique Integer, Continuous ou Categorical. O valor deve 
corresponder ao tipo de Range que você especificou.

b. Para definições de métricas, especifique qualquer métrica de treinamento que você deseja 
que seu algoritmo emita. O SageMaker usa a expressão regular que você especifica 
para descobrir as métricas analisando os registros do seu contêiner de treinamento 
durante o treinamento. Os usuários podem visualizar essas métricas quando executam 
trabalhos de treinamento com seu algoritmo e podem monitorar e plotar as métricas no 
Amazon CloudWatch. Para obter mais informações, consulte Monitore e analise trabalhos 

Criar recursos de algoritmos e pacotes de modelos 6273



Amazon SageMaker Guia do Desenvolvedor

de treinamento usando o Amazon CloudWatch Metrics. Para cada métrica, forneça as 
seguintes informações:

i. Para Nome da métrica, digite um nome para a métrica.

ii. Para Regex, digite a expressão regular que o SageMaker usa para analisar os logs de 
treinamento para poder descobrir o valor métrico.

iii. Para Suporte para métrica objetiva, escolha Sim se essa métrica puder ser usada 
como métrica objetiva para um trabalho de ajuste de hiperparâmetros. Para obter mais 
informações, consulte Execute o ajuste automático do modelo com SageMaker.

iv. Escolha Adicionar métrica para adicionar outra métrica ou escolha Avançar se tiver 
acabado de adicionar métricas.

6. Na página Especificações da inferência, forneça as seguintes informações caso o seu algoritmo 
ofereça suporte para inferência:

a. Em Local da imagem de inferência, digite o caminho no Amazon ECR em que seu contêiner 
de inferência está armazenado.

b. Para Nome do host DNS do contêiner, digite o nome de um host DNS para sua imagem.

c. Para tipos de instâncias compatíveis para inferência em tempo real, escolha os tipos 
de instâncias aos quais seu algoritmo oferece suporte para modelos implantados como 
endpoints hospedados no SageMaker. Para obter mais informações, consulte Implantar 
modelos para inferência.

d. Para Tipos de instâncias compatíveis com trabalhos de transformação em lote, escolha os 
tipos de instância aos quais seu algoritmo oferece suporte para trabalhos de transformação 
em lote. Para obter mais informações, consulte Usar transformação em lote.

e. Para Tipos de conteúdo compatíveis, digite o tipo de dados de entrada esperado pelo seu 
algoritmo para solicitações de inferência.

f. Para Tipos de respostas de MIME compatíveis, digite os tipos MIME compatíveis pelo seu 
algoritmo para respostas de inferência.

g. Escolha Next (Próximo).

7. Na página Especificações da validação, forneça as seguintes informações:

a. Para Publicar este algoritmo no AWS Marketplace, escolha Sim para publicar o algoritmo no 
AWS Marketplace.
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b. Para Validar este recurso, escolha Yes se desejar que o SageMaker execute trabalhos de 
treinamento e/ou trabalhos de transformação de lotes que você especifica para testar o 
código de treinamento e/ou inferência do seu algoritmo.

Note

Para publicar seu algoritmo no AWS Marketplace, ele deve ser validado.

c. Para a Função do IAM, escolha uma função do IAM que tenha as permissões obrigatórias 
para executar trabalhos de treinamento e trabalhos de transformação de lotes no 
SageMaker, ou escolha Criar uma função para permitir que o SageMaker crie uma função 
que tenha as políticas gerenciadas pelo AmazonSageMakerFullAccess anexadas. Para 
obter mais informações, consulte SageMaker Funções.

d. Para Perfil de validação, especifique o seguinte:

• Um nome para o perfil de validação.

• Uma definição de trabalho de treinamento. Este é um bloco JSON que descreve um 
trabalho de treinamento. Ele está no mesmo formato que o parâmetro de entrada
TrainingJobDefinition da API CreateAlgorithm.

• Uma definição de trabalho de transformação. Este é um bloco JSON que descreve um 
trabalho de transformação em lote. Ele está no mesmo formato que o parâmetro de 
entrada TransformJobDefinition da API CreateAlgorithm.

e. Escolha Criar algoritmo.

Criar um recurso de algoritmo (API)

Para criar um recurso de algoritmo usando a API do SageMaker, chame a API CreateAlgorithm.

Criar um recurso de pacote de modelos

Para criar um recurso de pacote de modelos que você possa usar para criar modelos implementáveis 
no Amazon SageMaker e publicar no AWS Marketplace, especifique as seguintes informações:

• O contêiner do Docker que comporta o código de inferência ou o recurso de algoritmo usado para 
treinar o modelo.

• A localização dos artefatos do modelo. Os artefatos do modelo podem ser empacotados no 
mesmo contêiner do Docker do código de inferência ou armazenados no Amazon S3.
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• Os tipos de instância aceitos pelo seu pacote de modelos para trabalhos de transformação em lote 
e de inferência em tempo real.

• Perfis de validação, que são trabalhos de transformação em lotes que o SageMaker executa para 
testar o código de inferência do pacote de modelos.

Antes de listar pacotes de modelos no AWS Marketplace, você deve validá-los. Isso garante 
que compradores e vendedores possam ter certeza de que os produtos funcionam no Amazon 
SageMaker. Você poderá listar produtos no AWS Marketplace somente se a validação for bem-
sucedida.

O procedimento de validação usa seu perfil de validação e dados de amostra para executar as 
seguintes tarefas de validação:

1. Criar um modelo na sua conta usando a imagem de inferência do pacote de modelos e os 
artefatos do modelo opcionais armazenados no Amazon S3.

Note

Um pacote de modelos é específico da região em que foi criado. O bucket do S3 em 
que os artefatos do modelo são armazenados deve estar na mesma região em que o 
pacote de modelos foi criado.

2. Criar um trabalho de transformação na sua conta usando o modelo para verificar se a sua 
imagem de inferência funciona com o SageMaker.

3. Criar um perfil de validação.

Note

No seu perfil de validação, forneça apenas os dados que você deseja expor publicamente.

A validação pode demorar algumas horas. Para ver o status dos trabalhos na sua conta, no 
console do SageMaker, consulte as páginas Transform jobs (Trabalhos de transformação). Se 
a validação falhar, você poderá acessar os relatórios de verificação e validação no console do 
SageMaker. Depois de corrigir problemas, recrie o algoritmo. Quando o status do algoritmo for
COMPLETED, localize-o no console do SageMaker e inicie o processo de listagem
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Note

Para publicar seu pacote de modelos no AWS Marketplace, é necessário pelo menos um 
perfil de validação.

Você pode criar um pacote de modelos usando o console do SageMaker ou a API do SageMaker.

Tópicos

• Criar um recurso de pacote de modelos (console)

• Criar um recurso de pacote de modelos (API)

Criar um recurso de pacote de modelos (console)

Para criar um pacote de modelos no console do SageMaker:

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. No menu à esquerda, escolha Inferência.

3. Escolha Pacotes de modelos de Marketplace e, depois, Criar pacote de modelos do 
Marketplace.

4. Na página Inference specifications (Especificações da inferência), forneça as seguintes 
informações:

a. Para Model package name (Nome do pacote de modelos), digite um nome para seu pacote 
de modelos. O nome do pacote de modelos deve ser exclusivo na sua conta e na região da 
AWS. Esse nome deve ter de 1 a 64 caracteres. Os caracteres válidos são a-z, A-Z, 0-9 e 
hífen (-).

b. Digite uma descrição para o pacote de modelos. Essa descrição aparece no console do 
SageMaker e no AWS Marketplace.

c. Para Inference specification options (Opções de especificações de inferência), escolha
Provide the location of the inference image and model artifacts (Forneça a localização dos 
artefatos de modelo e imagem de inferência) para criar um pacote de modelos usando 
um contêiner de inferência e artefatos de modelo. Escolha Provide the algorithm used for 
training and its model artifacts (Forneça o algoritmo usado para treinamento e seus artefatos 
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de modelo) para criar um pacote de modelos a partir de um recurso de algoritmo que você 
criou ou assinou no AWS Marketplace.

d. Se você escolher Provide the location of the inference image and model artifacts (Forneça 
a localização dos artefatos de modelo e imagem de inferência) para Inference specification 
options (Opções de especificações de inferência), forneça as seguintes informações para
Container definition (Definição de container) e Supported resources (Recursos compatíveis):

i. Para Localização de imagem de inferência, digite o caminho para a imagem que 
contém seu código de inferência. A imagem deve ser armazenada como um contêiner 
do Docker no Amazon ECR.

ii. Para Local dos artefatos de dados do modelo, digite o local no S3 onde os artefatos do 
modelo estão armazenados.

iii. Para Container DNS host name (Nome do host DNS do contêiner), digite o nome do 
host DNS a ser usado para o contêiner.

iv. Para Tipos de instâncias compatíveis para inferência em tempo real, escolha os tipos 
de instância com suporte do seu pacote de modelos para inferência em tempo real de 
endpoints hospedados do SageMaker.

v. Para Tipos de instâncias compatíveis com trabalhos de transformação em lote, escolha 
os tipos de instância aos quais seu pacote de modelos oferece suporte para trabalhos 
de transformação em lote.

vi. Para Tipos de conteúdo compatíveis, digite os tipos de conteúdo esperados pelo seu 
pacote de modelos para solicitações de inferência.

vii. Para Tipos de respostas de MIME compatíveis, digite os tipos MIME usados pelo 
pacote de modelos para fornecer inferências.

e. Se você escolher Forneça o algoritmo usado para treinamento e seus artefatos de modelo
para Opções de especificações de inferência, forneça as seguintes informações:

i. Para ARN do algoritmo, digite o Nome de recurso da Amazon (ARN) do recurso de 
algoritmo a ser usado para criar o pacote de modelos.

ii. Para Local dos artefatos de dados do modelo, digite o local no S3 onde os artefatos do 
modelo estão armazenados.

f. Escolha Next (Próximo).

5. Na página Validação e verificação, forneça as seguintes informações:
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a. Para Publicar este pacote de modelos no AWS Marketplace, escolha Sim para publicar o 
pacote de modelos no AWS Marketplace.

b. Para Validar este recurso, escolha Sim se quiser que o SageMaker execute trabalhos de 
transformação de lotes que você especifica para testar o código de inferência do seu pacote 
de modelos.

Note

Para publicar seu pacote de modelos no AWS Marketplace, ele deve ser validado.

c. Para a Função do IAM, escolha uma função do IAM que tenha as permissões necessárias 
para executar trabalhos de transformação em lote no ou escolha  Criar uma nova 
função para permitir que o SageMaker crie uma função que tenha a política gerenciada
AmazonSageMakerFullAccess anexada. Para obter mais informações, consulte
SageMaker Funções.

d. Para Perfil de validação, especifique o seguinte:

• Um nome para o perfil de validação.

• Uma definição de trabalho de transformação. Este é um bloco JSON que descreve um 
trabalho de transformação em lote. Ele está no mesmo formato que o parâmetro de 
entrada TransformJobDefinition da API CreateAlgorithm.

6. Escolha Criar pacote de modelo de mercado.

Criar um recurso de pacote de modelos (API)

Para criar um pacote de modelos usando a API do SageMaker, chame a API
CreateModelPackage.

Usar recursos de algoritmos e pacotes de modelos

Você pode criar algoritmos e pacotes de modelos como recursos na conta do Amazon SageMaker e 
encontrar e assinar algoritmos e pacotes de modelos no AWS Marketplace.

Use algoritmos para:

• Executar trabalhos de treinamento. Para obter mais informações, consulte Usar um algoritmo para 
executar um trabalho de treinamento.
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• Executar trabalhos de ajuste de hiperparâmetros. Para obter mais informações, consulte Usar um 
algoritmo para executar um trabalho de ajuste de hiperparâmetros.

• Criar pacotes de modelos. Depois de usar um recurso de algoritmo para executar um trabalho de 
treinamento ou um trabalho de ajuste de hiperparâmetros, você pode usar os artefatos de modelo 
gerados por esses trabalhos juntamente com o algoritmo para criar um pacote de modelos. Para 
obter mais informações, consulte Criar um recurso de pacote de modelos.

Note

Se você assinar um algoritmo no AWS Marketplace, será necessário criar um pacote de 
modelo antes de poder usá-lo para obter inferências, criando um endpoint hospedado ou 
executando um trabalho de transformação em lote.

Use pacotes de modelos para:

• Criar modelos que você pode usar para obter inferência em tempo real ou executar trabalhos de 
transformação em lote. Para obter mais informações, consulte Usar um pacote de modelos para 
criar um modelo.
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• Criar endpoints hospedados para obter inferência em tempo real. Para obter mais informações, 
consulte Implante o modelo em serviços SageMaker de hospedagem.

• Criar trabalhos de transformação em lote. Para obter mais informações, consulte (Opcional) Faça 
previsões com o Transformador de Lotes.

Tópicos

• Usar um algoritmo para executar um trabalho de treinamento

• Usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros

• Usar um pacote de modelos para criar um modelo

Usar um algoritmo para executar um trabalho de treinamento

Você pode criar o uso de um recurso de algoritmo para criar um trabalho de treinamento, usando 
o console do Amazon SageMaker, a API de baixo nível do Amazon SageMaker API, ou Amazon 
SageMaker Python SDK.

Tópicos

• Usar um algoritmo para executar um trabalho de treinamento (console)

• Usar um algoritmo para executar um trabalho de treinamento (API)

• Usar um algoritmo para executar um trabalho de treinamento (Amazon SageMaker Python SDK)

Usar um algoritmo para executar um trabalho de treinamento (console)

Para usar um algoritmo para executar um trabalho de treinamento (console)

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Escolha Algoritmos.

3. Escolha um algoritmo que você criou a partir da lista na guia Meus algoritmos ou escolha um 
algoritmo que você assinou na guia AWS Marketplaceassinaturas.

4. Escolha Criar trabalho de treinamento.

O algoritmo escolhido será automaticamente selecionado.

5. Na página Criar trabalho de treinamento, forneça as seguintes informações:

a. Para Nome do trabalho, digite um nome para o trabalho de treinamento.
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b. Para a Função do IAM, escolha uma função do IAM que tenha as permissões obrigatórias 
para executar trabalhos de treinamento no SageMaker, ou escolha Criar uma função
para permitir que o SageMaker crie uma função que tenha as políticas anexadas pelo
AmazonSageMakerFullAccess. Para obter mais informações, consulte SageMaker 
Funções.

c. Para Configuração de recursos, forneça as seguintes informações:

i. Para Tipo de instância, escolha o tipo de instância a ser usado para treinamento.

ii. Para Contagem de instâncias, digite o número de instâncias de ML a serem usadas no 
trabalho de treinamento.

iii. Para Volume adicional por instância (GB), digite o tamanho do volume de 
armazenamento de ML que você deseja provisionar. Volumes de armazenamento de 
ML armazenam artefatos de modelo e estados incrementais.

iv. Para Chave de criptografia, se quiser que o Amazon SageMaker use uma chave do 
Key Management Service AWS para criptografar dados no volume de armazenamento 
de ML anexado à instância de treinamento, especifique a chave.

v. Para Condição de interrupção, especifique o tempo máximo em segundos, minutos, 
horas ou dias que você deseja que o trabalho de treinamento seja executado.

d. Para VPC, escolha uma Amazon VPC que você deseja permitir que o seu contêiner de 
treinamento acesse. Para obter mais informações, consulte Conceda aos trabalhos de 
SageMaker treinamento acesso aos recursos em sua Amazon VPC.

e. Para Hiperparâmetros, especifique os valores dos hiperparâmetros a serem usados para o 
trabalho de treinamento.

f. Para Configuração dos dados de entrada, especifique os seguintes valores para cada 
canal de dados de entrada a ser usado para o trabalho de treinamento. Você pode ver 
quais são os canais compatíveis pelo algoritmo usado para treinamento, o tipo de conteúdo 
compatível, o tipo de compressão com suporte e os modos de entrada com suporte para 
cada canal na seção Especificação do canal da página Resumo do algoritmo desse 
algoritmo.

i. Para Nome do canal, digite o nome do canal de entrada.

ii. Para Tipo de conteúdo, digite o tipo de conteúdo dos dados que o algoritmo espera 
para o canal.

iii. Para Tipo de compactação, escolha o tipo de compactação de dados a ser usado, se 
houver.
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iv. Para Wrapper de registro, escolha RecordIO se o algoritmo espera dados no formato
RecordIO.

v. Para Tipo de dados do S3, Tipo de distribuição de dados do S3 e Localização do S3, 
especifique os valores apropriados. Para obter informações sobre o significado desses 
valores, consulte S3DataSource.

vi. Para Modo de entrada, escolha Arquivo para fazer download dos dados do volume de 
armazenamento de ML provisionado e montar o diretório em um volume do Docker. 
Escolha Pipe para transmitir dados diretamente do Amazon S3 para o contêiner.

vii. Para adicionar outro canal de entrada, escolha Adicionar canal. Se você terminou de 
adicionar canais de entrada, escolha Concluído.

g. Para a localização da Saída, especifique os seguintes valores:

i. Para Caminho de saída do S3, escolha a localização do S3 na qual o trabalho de 
treinamento armazena a saída, como artefatos de modelo.

Note

Você usa os artefatos de modelo armazenados nessa localização para criar um 
modelo ou um pacote de modelos a partir desse trabalho de treinamento.

ii. Para a Chave de criptografia, se quiser que o SageMaker use uma chave AWS KMS 
para criptografar dados de saída em repouso no local S3.

h. Para Tags, especifique uma ou mais tags para gerenciar o trabalho de treinamento. Cada 
tag consiste em uma chave e um valor opcional. Chaves de tags devem ser exclusivas por 
recurso.

i. Escolha Criar trabalho de treinamento para executar o trabalho de treinamento.

Usar um algoritmo para executar um trabalho de treinamento (API)

Para usar um algoritmo para executar um trabalho de treinamento usando a API do SageMaker, 
especifique o nome ou o nome do recurso da Amazon (ARN) como o campo AlgorithmName
do objeto AlgorithmSpecification que você passa para CreateTrainingJob. Para obter 
informações sobre modelos de treinamento no SageMaker, consulte Treine um modelo com a 
Amazon SageMaker.
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Usar um algoritmo para executar um trabalho de treinamento (Amazon SageMaker Python SDK)

Use um algoritmo que você criou ou assinou no AWS Marketplace para criar um trabalho de 
treinamento, crie um objeto AlgorithmEstimator e especifique o Nome de recurso da Amazon 
(ARN) ou o nome do algoritmo como o valor do argumento algorithm_arn. Em seguida, chame o 
método fit do estimador. Por exemplo:

from sagemaker import AlgorithmEstimator
data_path = os.path.join(DATA_DIR, 'marketplace', 'training')

algo = AlgorithmEstimator(
algorithm_arn='arn:aws:sagemaker:us-east-2:012345678901:algorithm/my-algorithm', 
        role='SageMakerRole', 
        instance_count=1, 
        instance_type='ml.c4.xlarge', 
        sagemaker_session=sagemaker_session, 
        base_job_name='test-marketplace')

train_input = algo.sagemaker_session.upload_data(
path=data_path, key_prefix='integ-test-data/marketplace/train')

algo.fit({'training': train_input})

Usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros

Um trabalho de ajuste de hiperparâmetros localiza a melhor versão de um modelo, executando 
muitos trabalhos de treinamento no seu conjunto de dados com o uso do algoritmo e de intervalos de 
hiperparâmetros que você especifica. Em seguida, ele escolhe os valores de hiperparâmetros que 
resultam no modelo de melhor desempenho, conforme avaliado por uma métrica que você escolhe. 
Para obter mais informações, consulte Execute o ajuste automático do modelo com SageMaker.

Você pode criar o uso de um recurso de algoritmo para criar um trabalho de ajuste de 
hiperparâmetros usando o console do Amazon SageMaker, a API de baixo nível do Amazon 
SageMaker, ou a Amazon SageMaker Python SDK.

Tópicos

• Usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros (console)

• Usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros (API)

• Usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros (Amazon SageMaker 
Python SDK)
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Usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros (console)

Para usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros (console)

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Escolha Algoritmos.

3. Escolha um algoritmo que você criou a partir da listagem na guia Meus algoritmos ou escolha 
um algoritmo que você assinou na guia assinaturas AWS Marketplace.

4. Escolha Criar trabalho de ajuste de hiperparâmetros.

O algoritmo escolhido será automaticamente selecionado.

5. Na página Criar trabalho de ajuste de hiperparâmetros, forneça as seguintes informações:

a. Para Início a quente, escolha Habilitar inicialização a quente para usar as informações de 
trabalhos de ajuste de hiperparâmetros anteriores como ponto de partida para este trabalho 
de ajuste de hiperparâmetros. Para obter mais informações, consulte Executar um trabalho 
de ajuste de hiperparâmetros de inicialização a quente.

i. Escolha Algoritmo e dados idênticos se os dados de entrada forem os mesmos que os 
dados de entrada dos trabalhos pais desse trabalho de ajuste de hiperparâmetros, ou 
escolha Transferir aprendizagem para usar dados de entrada adicionais ou diferentes 
para esse trabalho de ajuste de hiperparâmetros.

ii. Para Trabalhos de ajuste de hiperparâmetros principais, escolha até 5 trabalhos de 
ajuste de hiperparâmetros a serem usados como pais nesse trabalho de ajuste de 
hiperparâmetros.

b. Para Nome do trabalho de ajuste de hiperparâmetros, digite um nome para o trabalho de 
ajuste.

c. Para a função do IAM, escolha uma função do IAM que tenha as permissões obrigatórias 
para executar trabalhos de ajuste de hiperparâmetros no SageMaker, ou escolha Criar uma 
função para permitir que o SageMaker crie uma função que tenha as políticas anexadas 
gerenciadas pelo AmazonSageMakerFullAccess. Para obter mais informações, consulte
SageMaker Funções.

d. Para VPC, escolha uma Amazon VPC que você deseja permitir que os trabalhos de 
treinamento iniciados pelo trabalho ajuste acessem. Para obter mais informações, consulte
Conceda aos trabalhos de SageMaker treinamento acesso aos recursos em sua Amazon 
VPC.
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e. Escolha Next (Próximo).

f. Para Métrica objetiva, escolha a métrica usada pelo trabalho de ajuste de hiperparâmetros 
para determinar a melhor combinação de hiperparâmetros e escolha se deseja minimizar ou 
maximizar essa métrica. Para obter mais informações, consulte Visualizar o melhor trabalho 
de treinamento.

g. Para Configuração dos hiperparâmetros, escolha intervalos para os hiperparâmetros 
ajustáveis que você deseja que o trabalho de ajuste pesquise e defina valores estáticos 
para os hiperparâmetros que devem permanecer constantes em todos os trabalhos 
de treinamento iniciados pelo trabalho de ajuste de hiperparâmetros. Para obter mais 
informações, consulte Definir intervalos de hiperparâmetros.

h. Escolha Next (Próximo).

i. Para Configuração dos dados de entrada, especifique os seguintes valores para cada canal 
de dados de entrada a ser usado para o trabalho de ajuste de hiperparâmetros. Você pode 
ver quais são os canais compatíveis pelo algoritmo usado para ajuste de hiperparâmetros, 
o tipo de conteúdo, o tipo de compactação com suporte e os modos de entrada com suporte 
para cada canal, na seção Especificação do canal da página Resumo do algoritmo do 
algoritmo.

i. Para Nome do canal, digite o nome do canal de entrada.

ii. Para Tipo de conteúdo, digite o tipo de conteúdo dos dados que o algoritmo espera 
para o canal.

iii. Para Tipo de compactação, escolha o tipo de compactação de dados a ser usado, se 
houver.

iv. Para Wrapper de registro, escolha RecordIO se o algoritmo espera dados no formato
RecordIO.

v. Para Tipo de dados do S3, Tipo de distribuição de dados do S3 e Localização do S3, 
especifique os valores apropriados. Para obter informações sobre o significado desses 
valores, consulte S3DataSource.

vi. Para Modo de entrada, escolha Arquivo para fazer download dos dados do volume de 
armazenamento de ML provisionado e montar o diretório em um volume do Docker. 
Escolha Pipe para transmitir dados diretamente do Amazon S3 para o contêiner.

vii. Para adicionar outro canal de entrada, escolha Adicionar canal. Se você terminou de 
adicionar canais de entrada, escolha Concluído.

j. Para a localização da Saída, especifique os seguintes valores:
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i. Para Caminho de saída do S3, escolha a localização do S3 na qual os trabalhos de 
treinamento iniciados por esse trabalho de ajuste de hiperparâmetros armazenam a 
saída, como artefatos de modelo.

Note

Você usa os artefatos de modelo armazenados nessa localização para criar 
um modelo ou um pacote de modelos a partir desse trabalho de ajuste de 
hiperparâmetros.

ii. Para a Chave de criptografia, se quiser que o SageMaker use uma chave AWS KMS 
para criptografar dados de saída em repouso no local S3.

k. Para Configuração de recursos, forneça as seguintes informações:

i. Para Tipo de instância, escolha o tipo de instância a ser usado para cada trabalho de 
treinamento iniciado pelo trabalho de ajuste de hiperparâmetros.

ii. Para Contagem de instâncias, digite o número de instâncias de ML a serem usadas 
para cada trabalho de treinamento iniciada pelo trabalho de ajuste de hiperparâmetros.

iii. Para Volume adicional por instância (GB), digite o tamanho do volume de 
armazenamento de ML no qual você deseja provisionar cada trabalho de treinamento 
iniciado pelo trabalho de ajuste de hiperparâmetros. Volumes de armazenamento de 
ML armazenam artefatos de modelo e estados incrementais.

iv. Para Chave de criptografia, se quiser que o Amazon SageMaker use uma chave do 
Key Management Service AWS para criptografar dados no volume de armazenamento 
de ML anexado à instância de treinamento, especifique a chave.

l. Para Limites de recursos, forneça as seguintes informações:

i. Para Máximo de trabalhos de treinamento, especifique o número máximo de trabalhos 
de treinamento que você deseja que o trabalho de ajuste de hiperparâmetros inicie. 
Um trabalho de ajuste de hiperparâmetros pode iniciar no máximo 500 trabalhos de 
treinamento.

ii. Para Máximo de trabalhos de treinamento paralelos, especifique o número máximo 
de trabalhos de treinamento simultâneos que o trabalho de ajuste de hiperparâmetros 
pode iniciar. Um trabalho de ajuste de hiperparâmetros pode iniciar no máximo 10 
trabalhos de treinamento simultâneos.
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iii. Para Condição de interrupção, especifique o tempo máximo em segundos, minutos, 
horas ou dias durante o qual você deseja que cada trabalho de treinamento iniciado 
pelo trabalho de ajuste de hiperparâmetros seja executado.

m. Para Tags, especifique uma ou mais tags para gerenciar o trabalho de ajuste de 
hiperparâmetros. Cada tag consiste em uma chave e um valor opcional. Chaves de tags 
devem ser exclusivas por recurso.

n. Escolha Criar trabalhos para executar o trabalho de ajuste de hiperparâmetros.

Usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros (API)

Para usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros usando a API 
do SageMaker, especifique o nome ou o nome do recurso da Amazon (ARN) desse algoritmo 
como o campo AlgorithmName do objeto AlgorithmSpecification que você passa para
CreateHyperParameterTuningJob. Para obter informações sobre ajuste de hiperparâmetros no 
SageMaker, consulte Execute o ajuste automático do modelo com SageMaker.

Usar um algoritmo para executar um trabalho de ajuste de hiperparâmetros (Amazon SageMaker 
Python SDK)

Use um algoritmo que você criou ou assinou no AWS Marketplace para criar um trabalho de ajuste 
de hiperparâmetros, crie um objeto AlgorithmEstimator e especifique o Nome de recurso da 
Amazon (ARN) ou o nome do algoritmo como o valor do argumento algorithm_arn. Em seguida, 
inicialize um objeto HyperparameterTuner com o AlgorithmEstimator que você criou como 
o valor do argumento estimator. Por fim, chame o método fit do AlgorithmEstimator. Por 
exemplo:

from sagemaker import AlgorithmEstimator
from sagemaker.tuner import HyperparameterTuner

data_path = os.path.join(DATA_DIR, 'marketplace', 'training')

algo = AlgorithmEstimator( 
            algorithm_arn='arn:aws:sagemaker:us-east-2:764419575721:algorithm/scikit-
decision-trees-1542410022', 
            role='SageMakerRole', 
            instance_count=1, 
            instance_type='ml.c4.xlarge', 
            sagemaker_session=sagemaker_session, 
            base_job_name='test-marketplace')
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train_input = algo.sagemaker_session.upload_data( 
    path=data_path, key_prefix='integ-test-data/marketplace/train')

algo.set_hyperparameters(max_leaf_nodes=10)
tuner = HyperparameterTuner(estimator=algo, base_tuning_job_name='some-name', 
                                objective_metric_name='validation:accuracy', 
                                hyperparameter_ranges=hyperparameter_ranges, 
                                max_jobs=2, max_parallel_jobs=2)

tuner.fit({'training': train_input}, include_cls_metadata=False)
tuner.wait()

Usar um pacote de modelos para criar um modelo

Use um pacote de modelos para criar um modelo implantável que possa ser usado para obter 
inferências em tempo real criando um endpoint hospedado ou para executar trabalhos de 
transformação em lote. Você pode criar um modelo implementável a partir de um pacote de modelos 
usando o console do Amazon SageMaker, a API do SageMaker de baixo nível ou o Amazon 
SageMaker Python SDK.

Tópicos

• Usar um pacote de modelos para criar um modelo (console)

• Usar um pacote de modelos para criar um modelo (API)

• Usar um pacote de modelos para criar um modelo (Amazon SageMaker Python SDK)

Usar um pacote de modelos para criar um modelo (console)

Para criar um modelo implantável a partir de um pacote de modelos (console)

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Escolha Pacotes de modelos.

3. Escolha um pacote de modelo que você criou na lista na guia Meus pacotes de modelo ou 
escolha um pacote de modelo que você assinou na guia de AWS Marketplaceassinaturas.

4. Escolha Create model (Criar modelo).

5. Em Nome do modelo, digite um nome para o modelo.
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6. Para o perfil do IAM, escolha um perfil do IAM que tenha as permissões necessárias 
para chamar outros serviços em seu nome ou escolha Criar uma nova função para 
permitir que o SageMaker crie uma função que tenha a política gerenciada do
AmazonSageMakerFullAccess anexada. Para obter mais informações, consulte SageMaker 
Funções.

7. Para VPC, escolha uma Amazon VPC que você deseja permitir que o modelo acesse. Para 
obter mais informações, consulte Conceda aos endpoints SageMaker hospedados acesso aos 
recursos em sua Amazon VPC.

8. Deixe os valores padrão para Opções de entrada de contêiner e Escolher pacote de modelos.

9. Para variáveis de ambiente, forneça os nomes e valores das variáveis de ambiente que você 
deseja transmitir ao contêiner do modelo.

10. Para Tags, especifique uma ou mais tags para gerenciar o modelo. Cada tag consiste em uma 
chave e um valor opcional. Chaves de tags devem ser exclusivas por recurso.

11. Escolha Create model (Criar modelo).

Depois de criar um modelo implantável, você pode usá-lo para configurar um endpoint para 
inferência em tempo real ou para criar um trabalho de transformação em lote para obter inferências 
em conjuntos de dados inteiros. Para obter informações sobre hospedagem de endpoints no 
SageMaker, consulte Implantar modelos para inferência.

Usar um pacote de modelos para criar um modelo (API)

Para usar um pacote de modelos para criar um modelo implantável usando a API do SageMaker, 
especifique o nome ou o nome de recurso da Amazon (ARN) do pacote de modelos como o campo
ModelPackageName do ContainerDefinitionobjeto que você passa para a CreateModelAPI.

Depois de criar um modelo implantável, você pode usá-lo para configurar um endpoint para 
inferência em tempo real ou para criar um trabalho de transformação em lote para obter inferências 
em conjuntos de dados inteiros. Para obter informações sobre hospedagem de endpoints no 
SageMaker, consulte Implantar modelos para inferência.

Usar um pacote de modelos para criar um modelo (Amazon SageMaker Python SDK)

Para usar um pacote de modelos a fim de criar um modelo implantável usando SDK Python do 
SageMaker, inicialize um objeto ModelPackage e transmita o Nome de recurso da Amazon (ARN) 
desse pacote de modelos como o argumento model_package_arn. Por exemplo:

from sagemaker import ModelPackage
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model = ModelPackage(role='SageMakerRole', 
         model_package_arn='training-job-scikit-decision-trees-1542660466-6f92', 
         sagemaker_session=sagemaker_session)

Depois de criar um modelo implantável, você pode usá-lo para configurar um endpoint para 
inferência em tempo real ou para criar um trabalho de transformação em lote para obter inferências 
em conjuntos de dados inteiros. Para obter informações sobre hospedagem de endpoints no 
SageMaker, consulte Implantar modelos para inferência.

Vender algoritmos e pacotes de modelos do Amazon SageMaker

A venda de algoritmos e pacotes de modelos do Amazon SageMaker é um processo em três etapas:

1. Desenvolva seu algoritmo ou modelo e empacote-o em um contêiner de Docker. Para obter mais 
informações, consulte Desenvolva algoritmos e modelos no Amazon SageMaker.

2. Crie um recurso de algoritmo ou de pacote de modelos no SageMaker. Para obter mais 
informações, consulte Criar recursos de algoritmos e pacotes de modelos.

3. Registre-se como vendedor no AWS Marketplace e liste seu algoritmo ou pacote de modelos 
no AWS Marketplace. Para obter informações sobre como se registrar como vendedor, consulte
Conceitos básicos para começar como vendedor no Guia do usuário para provedores do AWS 
Marketplace. Para obter informações sobre como listar e monetizar seus algoritmos e pacotes de 
modelos, consulte Listar algoritmos e pacotes de modelos no Marketplace AWS para machine 
learning, no Guia do usuário para provedores AWS Marketplace.
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Tópicos

• Desenvolva algoritmos e modelos no Amazon SageMaker

• Criar recursos de algoritmos e pacotes de modelos

• Listar seu algoritmo ou pacote de modelos no AWS Marketplace

Desenvolva algoritmos e modelos no Amazon SageMaker

Para poder criar recursos de algoritmos e pacotes de modelos para uso no Amazon SageMaker 
ou listagem no AWS Marketplace, é necessário desenvolvê-los e empacotá-los em contêineres de 
Docker.

Note

Quando algoritmos e pacotes de modelos são criados para listagem no AWS Marketplace, o 
SageMaker verifica os contêineres em busca de vulnerabilidades de segurança nos sistemas 
operacionais com suporte.
Apenas as seguintes versões de sistema operacional são compatíveis:

• Debian: 6.0, 7, 8, 9, 10

• Ubuntu: 12.04, 12.10, 13.04, 14.04, 14.10, 15.04, 15.10, 16.04, 16.10, 17.04, 17.10, 18.04, 
18.10

• CentOS: 5, 6, 7

• Oracle Linux: 5, 6, 7

• Alpine: 3.3, 3.4, 3.5

• Amazon Linux

Tópicos

• Desenvolver algoritmos no SageMaker

• Desenvolver modelos no SageMaker

Tópicos 6292
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Desenvolver algoritmos no SageMaker

Um algoritmo deve ser empacotado como um contêiner de docker e armazenado no Amazon ECR 
para uso no SageMaker. O contêiner de Docker inclui o código de treinamento usado para executar 
trabalhos de treinamento e, opcionalmente, o código de inferência usado para obter inferências de 
modelos treinados usando o algoritmo.

Para obter informações sobre o desenvolvimento de algoritmos no SageMaker e seu empacotamento 
como contêineres, consulte Use contêineres do Docker para criar modelos. Para um exemplo 
completo de como criar um contêiner de algoritmo, consulte o bloco de anotações de amostra em
https://sagemaker-examples.readthedocs.io/en/latest/advanced_functionality/scikit_bring_your_own/ 
scikit_bring_your_own.html. Você também pode encontrar o bloco de anotações de amostra em uma 
instância do bloco de anotações. O bloco de anotações está na seção Funcionalidade avançada e se 
chama scikit_bring_your_own.ipynb. Para obter informações sobre como usar os blocos de 
anotações de amostra em uma instância de bloco de anotações, consulte Blocos de anotações de 
exemplo.

Sempre teste completamente seus algoritmos antes de criar recursos de algoritmo para publicação 
no AWS Marketplace.

Note

Quando um comprador assina seu produto em contêiner, os contêineres de Docker são 
executados em um ambiente isolado (sem acesso à Internet). Quando você criar seus 
contêineres, não dependa de chamadas de saída pela Internet. Chamadas para serviços da 
AWS também não são permitidas.

Desenvolver modelos no SageMaker

Um modelo implementável no SageMaker consiste no código de inferência, artefatos de modelo, 
uma função do IAM usada para acessar recursos e outras informações necessárias para implantar o 
modelo no SageMaker. Artefatos de modelo são os resultados do treinamento de um modelo usando 
um algoritmo de machine learning. O código de inferência deve ser empacotado em um contêiner de 
Docker e armazenado no Amazon ECR. Você pode empacotar os artefatos do modelo no mesmo 
contêiner que o código de inferência ou armazená-los no Amazon S3.

Você cria um modelo executando um trabalho de treinamento no SageMaker ou treinando um 
algoritmo de machine learning fora do SageMaker. Se você executar um trabalho de treinamento no 
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SageMaker, os artefatos do modelo resultante estarão disponíveis no campo ModelArtifacts na 
resposta a uma chamada para a operação DescribeTrainingJob Para obter informações sobre como 
desenvolver um contêiner de modelo do SageMakerUsar o próprio código de inferência, consulte . 
Para um exemplo completo de como criar um contêiner de modelo a partir de um modelo treinado 
fora do SageMaker, consulte o bloco de anotações de amostra em https://github.com/awslabs/
amazon-sagemaker-examples/blob/master/advanced_functionality/xgboost_bring_your_own_model/
xgboost_bring_your_own_model.html. Você também pode encontrar o bloco de anotações 
de amostra em uma instância do bloco de anotações. O bloco de anotações está na seção
Funcionalidade avançada e se chama xgboost_bring_your_own_model.ipynb. Para obter 
informações sobre como usar os blocos de anotações de amostra em uma instância de bloco de 
anotações, consulte Blocos de anotações de exemplo.

Sempre teste completamente seus modelos antes de criar pacotes de modelos para publicação no 
AWS Marketplace.

Note

Quando um comprador assina seu produto em contêiner, os contêineres de Docker são 
executados em um ambiente isolado (sem acesso à Internet). Quando você criar seus 
contêineres, não dependa de chamadas de saída pela Internet. Chamadas para serviços da 
AWS também não são permitidas.

Listar seu algoritmo ou pacote de modelos no AWS Marketplace

Depois de criar e validar seu algoritmo ou modelo no Amazon SageMaker, liste seu produto no AWS 
Marketplace. O processo de listagem disponibiliza seus produtos no AWS Marketplace e no console 
do SageMaker.

Para listar produtos no AWS Marketplace, você deve ser um vendedor registrado. Para se registrar, 
use o processo de autorregistro no AWS Marketplace Management Portal (AMMP). Para obter 
informações, consulte Conceitos básicos para começar como vendedor no Guia do usuário para 
provedores do AWS Marketplace. Quando você inicia o processo de listagem de produtos no console 
do Amazon SageMaker, nós verificamos seu status de registro de vendedor. Se o registro ainda não 
tiver sido feito, forneceremos as devidas orientações.

Para iniciar o processo de listagem, siga um destes procedimentos:
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• No console do SageMaker, escolha o produto, escolha Ações e escolha Publicar nova listagem do 
ML Marketplace. Isso transporta a referência ao produto, o Amazon Resource Name (ARN – Nome 
de recurso da Amazon), e direciona você para o AMMP a fim de criar a listagem.

• Acesse Processo de listagem de ML, insira manualmente o Nome de recurso da Amazon (ARN) e 
inicie a listagem do produto. Esse processo transporta os metadados do produto que você inseriu 
ao criar o produto no SageMaker. Para uma listagem do algoritmo, as informações incluem os 
tipos de instância e os hiperparâmetros com suporte. Além disso, você pode inserir uma descrição 
de produto, informações promocionais e informações de suporte, como você faria com outros 
produtos AWS Marketplace.

Encontrar e assinar algoritmos e pacotes de modelos no AWS 
Marketplace

Com o AWS Marketplace, você pode navegar e procurar centenas de algoritmos e modelos 
de machine learning em uma ampla variedade de categorias, como visão computacional, 
processamento de linguagem natural, reconhecimento de fala, texto, dados, voz, imagem, análise de 
vídeo, detecção de fraude, análise preditiva e muito mais.

Para encontrar algoritmos no AWS Marketplace

1. Abra o console do Amazon SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Escolha Algoritmos e depois Encontrar algoritmos.

Isso leva você para a página de algoritmos do AWS Marketplace. Para obter informações sobre 
como encontrar e assinar algoritmos no AWS Marketplace, consulte Produtos de machine 
learning, no Guia do usuário do AWS Marketplace para consumidores do AWS.
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Para encontrar pacotes de modelos no AWS Marketplace

1. Abra o console do SageMaker em https://console.aws.amazon.com/sagemaker/.

2. Escolha Pacotes de modelos e depois Encontrar pacotes de modelos.

Isso leva você para a página de pacotes de modelo do AWS Marketplace. Para obter 
informações sobre como localizar e assinar pacotes de modelos no AWS Marketplace, consulte
Produtos de machine learning, no Guia do usuário do AWS Marketplace para consumidores do 
AWS.

Usar algoritmos e pacotes de modelos

Para obter informações sobre o uso de algoritmos e pacotes de modelos que você assina no 
SageMaker, consulte Usar recursos de algoritmos e pacotes de modelos.

Note

Quando você cria um trabalho de treinamento, um endpoint de inferência e um trabalho de 
transformação em lote de um algoritmo ou pacote de modelo assinado no AWS Marketplace, 
os contêineres de treinamento e inferência não têm acesso à Internet. Como os contêineres 
não têm acesso à Internet, o vendedor do algoritmo ou pacote de modelos não tem acesso 
aos seus dados.
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Monitore AWS os recursos provisionados ao usar a Amazon 
SageMaker
O monitoramento é uma parte importante da manutenção da confiabilidade, disponibilidade e 
desempenho de SageMaker suas outras AWS soluções. AWSfornece as seguintes ferramentas 
de monitoramento para observar SageMaker, relatar quando algo está errado e realizar ações 
automáticas quando apropriado:

• A Amazon CloudWatch monitora seus AWS recursos e os aplicativos nos quais você executa 
AWS em tempo real. É possível coletar e rastrear métricas, criar painéis personalizados e definir 
alarmes que o notificam ou que realizam ações quando uma métrica especificada atinge um limite 
definido. Por exemplo, você pode CloudWatch rastrear o uso da CPU ou outras métricas de suas 
instâncias do Amazon EC2 e iniciar automaticamente novas instâncias quando necessário. Para 
obter mais informações, consulte o Guia CloudWatch do usuário da Amazon.

• O Amazon CloudWatch Logs permite que você monitore, armazene e acesse seus arquivos de 
log de instâncias do EC2 e de outras fontes. AWS CloudTrail CloudWatch Os registros podem 
monitorar as informações nos arquivos de log e notificá-lo quando determinados limites forem 
atingidos. É possível também arquivar seus dados de log em armazenamento resiliente. Para obter 
mais informações, consulte o Guia do usuário do Amazon CloudWatch Logs.

• O AWS CloudTrail captura chamadas de API e eventos relacionados feitos por sua conta da AWS 
ou em nome dela e entrega os arquivos de log a um bucket do Amazon S3 especificado por você. 
Você pode identificar quais usuários e contas chamaram a AWS, o endereço IP de origem no qual 
as chamadas foram feitas e quando elas ocorreram. Para obter mais informações, consulte o AWS 
CloudTrailGuia do Usuário.

• CloudWatch O Events fornece um fluxo quase em tempo real de eventos do sistema que 
descrevem mudanças nos AWS recursos. As regras de criação de CloudWatch eventos reagem a 
uma mudança de status em um SageMaker trabalho de treinamento, ajuste de hiperparâmetros ou 
transformação em lote

Tópicos

• Monitore a Amazon SageMaker com a Amazon CloudWatch

• Registre SageMaker eventos da Amazon com a Amazon CloudWatch

• Registre chamadas de SageMaker API da Amazon com AWS CloudTrail

• Monitorando o acesso aos recursos do usuário a partir do Amazon SageMaker Studio Classic
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• Automatizando a Amazon com a Amazon SageMaker EventBridge

Monitore a Amazon SageMaker com a Amazon CloudWatch

Você pode monitorar a Amazon SageMaker usando a Amazon CloudWatch, que coleta dados 
brutos e os processa em métricas legíveis, quase em tempo real. Essas estatísticas são mantidas 
por 15 meses, de maneira que você possa acessar informações históricas e ter uma perspectiva 
melhor de como o aplicativo web ou o serviço está se saindo. No entanto, o CloudWatch console 
da Amazon limita a pesquisa às métricas que foram atualizadas nas últimas duas semanas. 
Essa limitação garante que os trabalhos mais atuais sejam mostrados em seu namespace. Para 
representar graficamente as métricas sem usar uma pesquisa, especifique seu nome exato na 
exibição de origem. Você também pode definir alarmes que observam determinados limites e enviam 
notificações ou realizam ações quando esses limites são atingidos. Para obter mais informações, 
consulte o Guia CloudWatch do usuário da Amazon.

SageMaker Métricas e dimensões

• SageMaker Métricas de invocação de endpoints

• SageMaker Métricas do componente de inferência

• SageMaker Métricas de endpoint multimodelo

• SageMaker Métricas de tarefas e endpoints

• SageMaker Métricas de trabalhos de recomendação de inferência

• SageMaker Métricas do Ground Truth

• Métricas da Amazon SageMaker Feature Store

• SageMaker Métricas de pipelines

SageMaker Métricas de invocação de endpoints

O namespace AWS/SageMaker inclui as seguintes métricas de solicitação de chamadas para 
InvokeEndpoint.

As métricas estão disponíveis a uma frequência de 1 minuto.

A ilustração a seguir mostra como um SageMaker endpoint interage com a API Amazon SageMaker 
Runtime. O tempo total entre o envio de uma solicitação para um endpoint e o recebimento de uma 
resposta depende dos três componentes a seguir.
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• Latência de rede — o tempo necessário entre fazer uma solicitação à API SageMaker Runtime 
Runtime e receber uma resposta da API SageMaker Runtime Runtime.

• Latência de sobrecarga — o tempo necessário para transportar uma solicitação da API SageMaker 
Runtime Runtime para o contêiner do modelo e transportar a resposta de volta para a API 
SageMaker Runtime Runtime.

• Latência do modelo — o tempo que o contêiner do modelo leva para processar a solicitação e 
retornar uma resposta.

Para obter mais informações sobre a latência total, consulte Melhores práticas para testar a carga 
dos endpoints de inferência SageMaker em tempo real da Amazon. Para obter informações sobre 
por quanto tempo as CloudWatch métricas são retidas, consulte GetMetricStatisticsa Amazon 
CloudWatch API Reference.

Métricas de invocação de endpoint
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Métrica Descrição

Invocatio 
n4XXErrors

O número de solicitações InvokeEndpoint  em que o modelo 
retornou um código de resposta HTTP 4xx. Para cada resposta 4xx, 1 é 
enviado; caso contrário, 0 é enviado.

Unidades: nenhuma

Estatísticas válidas: média e soma

Invocatio 
n5XXErrors

O número de solicitações InvokeEndpoint  em que o modelo 
retornou um código de resposta HTTP 5xx. Para cada resposta 5xx, 1 é 
enviado; caso contrário, 0 é enviado.

Unidades: nenhuma

Estatísticas válidas: média e soma

Invocatio 
nModelErrors

O número de solicitações de invocação do modelo que não resultara 
m em uma resposta HTTP 2XX. Isso inclui códigos de status 4XX/5XX, 
erros de soquete de baixo nível, respostas HTTP malformadas e tempos 
limite de solicitação. Para cada resposta de erro, 1 é enviado; caso 
contrário, 0 é enviado.

Unidades: nenhuma

Estatísticas válidas: média e soma

Invocations As solicitações InvokeEndpoint  enviadas para um endpoint de 
modelo.

Para obter o número total de solicitações enviadas a um endpoint de 
modelo, use a estatística Sum.

Unidades: nenhuma

Estatística válida: soma

Invocatio 
nsPerCopy

O número de invocações normalizadas por cada cópia de um component 
e de inferência.
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Métrica Descrição

Estatística válida: soma

Invocatio 
nsPerInstance

O número de invocações enviadas para um modelo, normalizado 
por InstanceCount  in each ProductionVariant. 1/ numberOfI 
nstances  é enviado como o valor em cada solicitação, onde
numberOfInstances  é o número de instâncias ativas Productio 
nVariant por trás do endpoint no momento da solicitação.

Unidades: nenhuma

Estatística válida: soma

ModelLatency O intervalo de tempo gasto por um modelo para responder a uma 
solicitação da API SageMaker Runtime. Esse intervalo inclui os tempos 
de comunicação locais necessários para enviar a solicitação e buscar 
a resposta de um modelo, bem como o tempo gasto para concluir a 
inferência no contêiner.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelSetupTime O tempo necessário para lançar novos recursos computacionais para um 
endpoint com tecnologia sem servidor. O tempo pode variar dependendo 
do tamanho do modelo, do tempo necessário para baixar o modelo e do 
tempo de inicialização do contêiner.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras, 
porcentagens
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Métrica Descrição

OverheadLatency O intervalo de tempo adicionado ao tempo gasto para responder a uma 
solicitação do cliente por sobrecargas do SageMaker . Esse intervalo é 
medido a partir do momento em que SageMaker recebe a solicitação 
até que ela retorne uma resposta ao cliente, menos o. ModelLatency
A latência de sobrecarga pode variar dependendo de vários fatores, 
incluindo tamanhos de carga útil de solicitações e respostas, frequência 
de solicitações e autenticação/autorização da solicitação.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

Dimensões para métricas de invocação de endpoint

Dimensão Descrição

EndpointName, 
VariantName

Filtra as métricas de invocação de endpoint para uma Productio 
nVariant  do endpoint e da variante especificados.

Inference 
ComponentName

Filtra as métricas de invocação do componente de inferência.

SageMaker Métricas do componente de inferência

O /aws/sagemaker/InferenceComponents namespace inclui as seguintes métricas de 
chamadas  InvokeEndpointpara endpoints que hospedam componentes de inferência.

As métricas estão disponíveis a uma frequência de 1 minuto.

Métrica Descrição

CPUUtiliz 
ationNorm 
alized

O valor da CPUUtilizationNormalized  métrica relatada por 
cada cópia do componente de inferência. O valor varia entre 0% e 
100%. Se você definir o NumberOfCpuCoresRequired  parâmetro 
nas configurações da cópia do componente de inferência, a métrica 
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Métrica Descrição

apresentará a utilização sobre a reserva. Caso contrário, a métrica 
apresenta a utilização acima do limite.

GPUMemory 
Utilizati 
onNormalized

O valor da GPUMemoryUtilizationNormalized  métrica relatada 
por cada cópia do componente de inferência.

GPUUtiliz 
ationNorm 
alized

O valor da GPUUtilizationNormalized  métrica relatada por 
cada cópia do componente de inferência. Se você definir o NumberOfA 
cceleratorDevicesRequired  parâmetro nas configurações da 
cópia do componente de inferência, a métrica apresentará a utilização 
sobre a reserva. Caso contrário, a métrica apresenta a utilização acima 
do limite.

MemoryUti 
lizationN 
ormalized

O valor MemoryUtilizationNormalized  relatado por cada 
cópia do componente de inferência. Se você definir o MinMemory 
RequiredInMb  parâmetro nas configurações da cópia do component 
e de inferência, as métricas apresentarão a utilização sobre a reserva. 
Caso contrário, as métricas apresentam a utilização acima do limite.

Dimensões para métricas de componentes de inferência

Dimensão Descrição

Inference 
ComponentName

Filtra as métricas dos componentes de inferência.

SageMaker Métricas de endpoint multimodelo

O AWS/SageMaker namespace inclui as seguintes métricas de carregamento do modelo de 
chamadas para.  InvokeEndpoint

As métricas estão disponíveis a uma frequência de 1 minuto.
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Para obter informações sobre por quanto tempo as CloudWatch métricas são retidas, consulte
GetMetricStatisticsa Amazon CloudWatch API Reference.

Métricas de carregamento de modelos de endpoint de vários modelos

Métrica Descrição

ModelLoad 
ingWaitTime

O intervalo de tempo em que uma solicitação de invocação esperou que 
o modelo de destino fosse baixado, carregado, ou os dois, para realizar 
a inferência.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelUnlo 
adingTime

O intervalo de tempo necessário para descarregar o modelo por meio da 
chamada de API UnloadModel  do contêiner.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelDown 
loadingTime

O intervalo de tempo necessário para baixar o modelo do Amazon 
Simple Storage Service (Amazon S3).

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelLoad 
ingTime

O intervalo de tempo necessário para carregar o modelo com a chamada 
de API LoadModel  do contêiner.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

ModelCacheHit O número de solicitações InvokeEndpoint  enviadas para o endpoint 
de vários modelos para o qual o modelo já foi carregado.

A estatística Média mostra a proporção de solicitações para as quais o 
modelo já foi carregado.

Métricas de endpoint multimodelo 6304

https://docs.aws.amazon.com/AmazonCloudWatch/latest/APIReference/API_GetMetricStatistics.html


Amazon SageMaker Guia do Desenvolvedor

Métrica Descrição

Unidades: nenhuma

Estatísticas válidas: média, soma, contagem de amostras

Dimensões para métricas de carregamento de modelos de endpoint de vários modelos

Dimensão Descrição

EndpointName, 
VariantName

Filtra as métricas de invocação de endpoint para uma Productio 
nVariant  do endpoint e da variante especificados.

Os namespaces /aws/sagemaker/Endpoints incluem as seguintes métricas de instância em 
chamadas para  InvokeEndpoint.

As métricas estão disponíveis a uma frequência de 1 minuto.

Para obter informações sobre por quanto tempo as CloudWatch métricas são retidas, consulte
GetMetricStatisticsa Amazon CloudWatch API Reference.

Métricas de instâncias de modelos para endpoint de vários modelos

Métrica Descrição

LoadedMod 
elCount

O número de modelos carregados nos contêineres do endpoint de vários 
modelos. Esta métrica é emitida para cada instância.

A estatística Média com um período de 1 minuto informa o número 
médio de modelos carregados por instância.

A estatística Soma informa o número total de modelos carregados em 
todas as instâncias no endpoint.

Os modelos que essa métrica rastreia não são necessariamente 
exclusivos, porque um modelo pode ser carregado em vários contêiner 
es no endpoint.

Unidades: nenhuma
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Métrica Descrição

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

Dimensões para métricas de carregamento de modelos de endpoint de vários modelos

Dimensão Descrição

EndpointName, 
VariantName

Filtra as métricas de invocação de endpoint para uma Productio 
nVariant  do endpoint e da variante especificados.

SageMaker Métricas de tarefas e endpoints

Os namespaces /aws/sagemaker/ProcessingJobs, /aws/sagemaker/TrainingJobs,
/aws/sagemaker/TransformJobs e /aws/sagemaker/Endpoints incluem as seguintes 
métricas para trabalhos de treinamento e instâncias de endpoint.

As métricas estão disponíveis a uma frequência de 1 minuto.

Note

A Amazon CloudWatch oferece suporte a métricas personalizadas de alta resolução e sua 
melhor resolução é de 1 segundo. No entanto, quanto melhor for a resolução, menor será 
a vida útil das métricas. CloudWatch Para a resolução de frequência de 1 segundo, as 
CloudWatch métricas ficam disponíveis por 3 horas. Para obter mais informações sobre 
a resolução e a vida útil das CloudWatch métricas, consulte GetMetricStatisticsa Amazon 
CloudWatch API Reference.

Tip

Se você quiser traçar o perfil do seu trabalho de treinamento com uma resolução mais 
precisa de até 100 milissegundos (0,1 segundo) de granularidade e armazenar as métricas 
de treinamento indefinidamente no Amazon S3 para análise personalizada a qualquer 
momento, considere usar o Amazon Debugger. SageMaker  SageMaker O Debugger fornece 
regras integradas para detectar automaticamente problemas comuns de treinamento; ele 
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detecta problemas de utilização de recursos de hardware (como gargalos de CPU, GPU 
e E/S) e problemas de modelos não convergentes (como sobreajuste, gradientes que 
desaparecem e tensores explosivos). SageMaker O Debugger também fornece visualizações 
por meio do Studio Classic e seu relatório de criação de perfil. Para explorar as visualizações 
do Debugger, consulte Passo a passo do painel do SageMaker Debugger Insights, Passo a 
passo do relatório de criação de perfil do depurador e Análise de dados usandoa biblioteca 
cliente SMDebug.

Processing Job, Training Job, Batch Transform Job, and Endpoint Instance Metrics (Métricas de 
trabalho de processamento, trabalho de treinamento, trabalho de transformação em lote e instância 
de endpoint)

Métrica Descrição

CPUReservation A soma das CPUs reservadas pelos contêineres em uma instância. 
O valor varia entre 0% e 100%. Nas configurações de um component 
e de inferência, você define a reserva de CPU com o NumberOfC 
puCoresRequired  parâmetro. Por exemplo, se houver 4 CPUs e 2 
estiverem reservadas, a CPUReservation  métrica será 50%.

CPUUtilization A soma da utilização de cada núcleo de CPU individual. A utilização 
da CPU de cada faixa de núcleo é de 0 a 100. Por exemplo, se houver 
quatro CPUs, o intervalo CPUUtilization  poderá variar de 0% a 
400%. Para trabalhos de processamento, o valor é a utilização da CPU 
do contêiner de processamento na instância.

Para trabalhos de treinamento, o valor é a utilização de CPU do 
contêiner de algoritmo na instância.

Para trabalhos de transformação em lote, o valor é a utilização da CPU 
do contêiner de transformação na instância.

Para variantes de endpoint, o valor é a soma da utilização de CPU dos 
contêineres principais e complementares na instância.
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Métrica Descrição

Note

Para trabalhos de múltiplas instâncias, cada instância relata 
métricas de utilização da CPU. No entanto, a visualização 
padrão CloudWatch mostra a utilização média da CPU em todas 
as instâncias.

Unidades: percentual

CPUUtiliz 
ationNorm 
alized

A soma normalizada da utilização de cada núcleo de CPU individual. 
O valor varia entre 0% e 100%. Por exemplo, se houver quatro CPUs 
e a CPUUtilization  métrica for 200%, a CPUUtilizationNorm 
alized  métrica será 50%.

DiskUtilization A porcentagem de espaço em disco usada pelos contêineres em uma 
instância. Esse intervalo de valores é de 0% a 100%. Essa métrica não 
oferece suporte para trabalhos de transformação em lote.
Para trabalhos de processamento, o valor é a utilização do espaço em 
disco do contêiner de processamento na instância.

Para trabalhos de treinamento, o valor é a utilização do espaço em disco 
do contêiner de algoritmo na instância.

Para variantes de endpoint, o valor é a soma da utilização do espaço em 
disco dos contêineres primário e complementar na instância.

Unidades: percentual

Note

Para trabalhos de múltiplas instâncias, cada instância relata 
métricas de utilização do disco. No entanto, a visualização 
padrão CloudWatch mostra a utilização média do disco em todas 
as instâncias.
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Métrica Descrição

GPUMemory 
Utilization

O percentual de memória de GPU usada pelos contêineres em uma 
instância. O valor pode variar entre intervalo 0 e 100 e é multiplicado 
pelo número de GPUs. Por exemplo, se houver quatro GPUs, o intervalo
GPUMemoryUtilization  poderá variar de 0% a 400%.
Para trabalhos de processamento, o valor é a utilização da memória de 
GPU do contêiner de processamento na instância.

Para trabalhos de treinamento, o valor é a utilização de memória de 
GPU do contêiner de algoritmo na instância.

Para trabalhos de transformação em lote, o valor é a utilização de 
memória da GPU do contêiner de transformação na instância.

Para variantes de endpoint, o valor é a soma da utilização de memória 
de GPU dos contêineres principais e complementares na instância.

Note

Para trabalhos de múltiplas instâncias, cada instância relata 
métricas de utilização de memória da GPU. No entanto, a 
visualização padrão CloudWatch mostra a utilização média da 
memória da GPU em todas as instâncias.

Unidades: percentual

GPUMemory 
Utilizati 
onNormalized

A porcentagem normalizada da memória da GPU usada pelos contêiner 
es em uma instância. O valor varia entre 0% e 100%. Por exemplo, se 
houver quatro GPUs e a GPUMemoryUtilization  métrica for 200%, 
a GPUMemoryUtilizationNormalized  métrica será 50%.

GPUReservation A soma das GPUs reservadas pelos contêineres em uma instância. O 
valor varia entre 0% e 100%. Nas configurações de um componente de 
inferência, você define a reserva da GPU por. NumberOfAccelerato 
rDevicesRequired  Por exemplo, se houver 4 GPUs e 2 estiverem 
reservadas, a GPUReservation  métrica será 50%.
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Métrica Descrição

GPUUtilization O percentual de unidades de GPU usadas pelos contêineres em uma 
instância. O valor pode variar entre intervalo 0 e 100 e é multiplicado 
pelo número de GPUs. Por exemplo, se houver quatro GPUs, o intervalo
GPUUtilization  poderá variar de 0% a 400%.
Para trabalhos de processamento, o valor é a utilização da GPU do 
contêiner de processamento na instância.

Para trabalhos de treinamento, o valor é a soma da utilização de GPU do 
contêiner de algoritmo na instância.

Para trabalhos de transformação em lote, o valor é a utilização da GPU 
do contêiner de transformação na instância.

Para variantes de endpoint, o valor é a soma da utilização de GPU dos 
contêineres principais e complementares na instância.

Note

Para trabalhos de múltiplas instâncias, cada instância relata 
métricas de utilização da GPU. No entanto, a visualização 
padrão CloudWatch mostra a utilização média da GPU em todas 
as instâncias.

Unidades: percentual

GPUUtiliz 
ationNorm 
alized

A porcentagem normalizada de unidades de GPU que são usadas pelos 
contêineres em uma instância. O valor varia entre 0% e 100%. Por 
exemplo, se houver quatro GPUs e a GPUUtilization  métrica for 
200%, a GPUUtilizationNormalized  métrica será 50%.

MemoryRes 
ervation

A soma da memória reservada pelos contêineres em uma instância. 
O valor varia entre 0% e 100%. Nas configurações de um component 
e de inferência, você define a reserva de memória com o MinMemory 
RequiredInMb  parâmetro. Por exemplo, se uma instância de 32 GiB 
reservou 1024 MB, a MemoryReservation  métrica será 29,8%.
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Métrica Descrição

MemoryUti 
lization

O percentual de memória usada pelos contêineres em uma instância. 
Esse intervalo de valores é de 0% a 100%.
Para trabalhos de processamento, o valor é a utilização de memória do 
contêiner de processamento na instância.

Para trabalhos de treinamento, o valor é a utilização de memória do 
contêiner de algoritmo na instância.

Para trabalhos de transformação em lote, o valor é a utilização de 
memória do contêiner de transformação na instância.

Para variantes de endpoint, o valor é a soma da utilização de memória 
dos contêineres principais e complementares na instância.

Unidades: percentual

Note

Para várias instâncias, cada instância relata métricas de utilizaçã 
o de memória. No entanto, a visualização padrão CloudWatch 
mostra a utilização média da memória em todas as instâncias.

Dimensions for Processing Job, Training Job and Batch Transform Job Instance Metrics (Métricas de 
dimensões de instância para trabalhos de processamento, trabalhos de treinamento e trabalhos de 
transformação em lote)

Dimensão Descrição

Host Para trabalhos de processamento, o valor dessa dimensão tem o 
formato [processing-job-name]/algo-[instance-
number-in-cluster] . Use essa dimensão para filtrar as métricas 
de instância para o trabalho de processamento e a instância especific 
ados. Esse formato de dimensão está presente somente no namespace
/aws/sagemaker/ProcessingJobs .
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Dimensão Descrição

Para trabalhos de treinamento, o valor dessa dimensão tem o formato
[training-job-name]/algo-[instance-number-in- 
cluster] . Use essa dimensão para filtrar as métricas de instância 
para o trabalho de treinamento e a instância especificados. Esse formato 
de dimensão está presente somente no namespace /aws/sage 
maker/TrainingJobs .

Para trabalhos de transformação em lote, o valor dessa dimensão 
tem o formato [transform-job-name]/[instance-id] . Use 
essa dimensão para filtrar métricas de instância para o trabalho de 
transformação em lote e a instância especificados. Esse formato de 
dimensão está presente somente no namespace /aws/sagemaker/
TransformJobs .

SageMaker Métricas de trabalhos de recomendação de inferência

O namespace /aws/sagemaker/InferenceRecommendationsJobs inclui as seguintes métricas 
para trabalhos de recomendação de inferência.

Métricas do Inference Recommender

Métrica Descrição

ClientInv 
ocations

O número de solicitações InvokeEndpoint  enviadas para um 
endpoint do modelo, conforme observado pelo Inference Recommender.

Unidades: nenhuma

Estatística válida: soma

ClientInv 
ocationErrors

O número de InvokeEndpoint  solicitações que falharam, conforme 
observado pelo Inference Recommender.

Unidades: nenhuma

Estatística válida: soma
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Métrica Descrição

ClientLatency O intervalo de tempo gasto entre o envio de uma chamada InvokeEnd 
point  e o recebimento de uma resposta, conforme observado pelo 
Inference Recommender. Observe que o tempo está em milissegundos, 
enquanto a métrica de invocação do endpoint ModelLatency  está em 
microssegundos.

Unidade: milissegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras, 
porcentagens

NumberOfUsers O número de usuários simultâneos enviando solicitações InvokeEnd 
point  para o endpoint do modelo.

Unidades: nenhuma

Estatísticas válidas: mínimo, máximo e média

Dimensões para métricas de trabalho do Inference Recommender

Dimensão Descrição

JobName Filtra as métricas do trabalho do Inference Recommender para o 
trabalho especificado do Inference Recommender.

EndpointName Filtra as métricas de trabalho do Inference Recommender para o 
endpoint especificado.

SageMaker Métricas do Ground Truth

Métricas do Ground Truth
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Métrica Descrição

ActiveWorkers Um único trabalhador ativo em uma equipe de trabalho privada enviou, 
liberou ou recusou uma tarefa. Para obter o número total de trabalhad 
ores ativos, use a estatística Soma. Ground Truth tenta entregar cada 
evento ActiveWorkers  individual uma vez. Se essa entrega não 
for bem-sucedida, essa métrica pode não relatar o número total de 
trabalhadores ativos

Unidades: nenhuma

Estatísticas válidas: Sum e Sample Count

DatasetOb 
jectsAuto 
Annotated

O número de objetos de conjunto de dados anotados automaticamente 
em um trabalho de rotulagem. Essa métrica é emitida apenas quando 
a rotulagem automatizada está habilitada. Para exibir o progresso do 
trabalho de rotulagem, use a métrica Max.

Unidades: nenhuma

Estatísticas válidas: Max

DatasetOb 
jectsHuma 
nAnnotated

O número de objetos de conjunto de dados anotados por um ser 
humano em um trabalho de rotulagem. Para exibir o progresso do 
trabalho de rotulagem, use a métrica Max.

Unidades: nenhuma

Estatísticas válidas: Max

DatasetOb 
jectsLabe 
lingFailed

O número de objetos de conjunto de dados que falharam na rotulagem 
de um trabalho de rotulagem. Para exibir o progresso do trabalho de 
rotulagem, use a métrica Max.

Unidades: nenhuma

Estatísticas válidas: Max

JobsFailed Um único trabalho de etiquetagem falhou. Para obter o número total de 
trabalhos de rotulagem que falharam, use a estatística Sum.
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Métrica Descrição

Unidades: nenhuma

Estatísticas válidas: Sum e Sample Count

JobsSucceeded Um único trabalho de etiquetagem foi bem-sucedido. Para obter o 
número total de trabalhos de rotulagem que foram bem-sucedidos, use a 
estatística Sum.

Unidades: nenhuma

Estatísticas válidas: Sum e Sample Count

JobsStopped Um único trabalho de etiquetagem foi interrompido. Para obter o número 
total de trabalhos de rotulagem que foram interrompidos, use a estatísti 
ca Sum.

Unidades: nenhuma

Estatísticas válidas: Sum e Sample Count

TasksAccepted Uma única tarefa foi aceita por um trabalhador. Para obter o número 
total de tarefas aceitas pelos trabalhadores, use a estatística Sum. 
Ground Truth tenta entregar cada evento TaskAccepted  individual 
uma vez. Se essa entrega não for bem-sucedida, essa métrica pode não 
relatar o número total de tarefas aceitas.

Unidades: nenhuma

Estatísticas válidas: Sum e Sample Count

TasksDeclined Uma única tarefa foi recusada por um funcionário. Para obter o número 
total de tarefas recusadas pelos trabalhadores, use a estatística Sum. 
Ground Truth tenta entregar cada evento TasksDeclined  individual 
uma vez. Se essa entrega não for bem-sucedida, essa métrica pode não 
relatar o número total de tarefas recusadas.

Unidades: nenhuma

Estatísticas válidas: Soma e contagem de amostras
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Métrica Descrição

TasksReturned Uma única tarefa foi retornada. Para obter o número total de tarefas 
retornadas, use a estatística Sum. Ground Truth tenta entregar cada 
evento TasksReturned  individual uma vez. Se essa entrega não for 
bem-sucedida, essa métrica pode não relatar o número total de tarefas 
retornadas.

Unidades: nenhuma

Estatísticas válidas: Sum e Sample Count

TasksSubmitted Uma única tarefa foi enviada/concluída por um funcionário particular. 
Para obter o número total de tarefas enviadas pelos trabalhadores, use 
a estatística Sum. Ground Truth tenta entregar cada evento TasksSubm 
itted  individual uma vez. Se essa entrega não for bem-sucedida, 
essa métrica pode não relatar o número total de tarefas enviadas.

Unidades: nenhuma

Estatísticas válidas: Sum e Sample Count

TimeSpent Tempo gasto em uma tarefa concluída por um trabalhador privada. Essa 
métrica não inclui o momento em que um trabalhador fez uma pausa ou 
fez uma pausa. Ground Truth tenta realizar cada evento TimeSpent
uma vez. Se essa entrega não for bem-sucedida, essa métrica pode não 
relatar o tempo total gasto.

Unidades: segundos

Estatísticas válidas: Sum e Sample Count

TotalData 
setObject 
sLabeled

O número de objetos de conjunto de dados rotulados com êxito em um 
trabalho de rotulagem. Para exibir o progresso do trabalho de rotulagem, 
use a métrica Max.

Unidades: nenhuma

Estatísticas válidas: Max
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Dimensions for Dataset Object Metrics (Dimensões para métricas de objetos de conjunto de dados)

Dimensão Descrição

LabelingJobName Filtra métricas de contagem de objetos de conjunto de dados para um 
trabalho de rotulagem.

Métricas da Amazon SageMaker Feature Store

Métricas de consumo da Feature Store

Métrica Descrição

ConsumedR 
eadReques 
tsUnits

O número de unidades de leitura consumidas durante o período 
especificado. Você pode recuperar as unidades de leitura consumida 
s para uma operação de runtime da feature store e seu arquivo de 
atributos correspondente.

Unidades: nenhuma

Estatística válida: Todas

ConsumedW 
riteReque 
stsUnits

O número de unidades de gravação consumidas durante o período 
especificado. Você pode recuperar as unidades de gravação consumida 
s para uma operação de runtime da feature store e seu arquivo de 
atributos correspondente.

Unidades: nenhuma

Estatística válida: Todas

ConsumedR 
eadCapaci 
tyUnits

O número de unidades de capacidade de leitura provisionadas 
consumidas durante o período especificado. Você pode recuperar as 
unidades de capacidade de leitura consumidas para uma operação de 
tempo de execução do feature store e seu grupo de recursos correspon 
dente.

Unidades: nenhuma
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Métrica Descrição

Estatística válida: Todas

ConsumedW 
riteCapac 
ityUnits

O número de unidades de capacidade de gravação provisionadas 
consumidas durante o período especificado. Você pode recuperar as 
unidades de capacidade de gravação consumidas para uma operação 
de runtime do feature store e seu grupo de recursos correspondente.

Unidades: nenhuma

Estatística válida: Todas

Dimensões das métricas de consumo da Feature Store

Dimensão Descrição

FeatureGr 
oupName ,
OperationName

Filtra as métricas de consumo de runtime do feature store e da operação 
que você especificou.

Métricas operacionais da Feature Store

Métrica Descrição

Invocations O número de solicitações feitas às operações de runtime da feature 
store durante o período especificado.

Unidades: nenhuma

Estatística válida: soma

Operation 
4XXErrors

O número de solicitações feitas às operações de runtime da Feature 
Store em que a operação retornou um código de resposta HTTP 4xx. 
Para cada resposta 4xx, 1 é enviado; caso contrário, 0 é enviado.

Unidades: nenhuma
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Métrica Descrição

Estatísticas válidas: média e soma

Operation 
5XXErrors

O número de solicitações feitas às operações de runtime da feature 
store em que a operação retornou um código de resposta HTTP 5xx. 
Para cada resposta 5xx, 1 é enviado; caso contrário, 0 é enviado.

Unidades: nenhuma

Estatísticas válidas: média e soma

Throttled 
Requests

O número de solicitações feitas às operações de runtime da feature 
store em que a solicitação foi limitada. Para cada solicitação limitada, 1 é 
enviado; caso contrário, 0 é enviado.

Unidades: nenhuma

Estatísticas válidas: média e soma

Latency O intervalo de tempo para processar as solicitações feitas às operações 
de runtime da Feature Store. Esse intervalo é medido a partir do 
momento em que SageMaker recebe a solicitação até que ela retorne 
uma resposta ao cliente.

Unidade: microssegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras, 
porcentagens

Dimensões das métricas operacionais da Feature Store

Dimensão Descrição

FeatureGr 
oupName ,
OperationName

Filtra as métricas operacionais de runtime da feature store do arquivo 
de atributos e da operação que você especificou. Você pode usar 
essas dimensões para operações que não sejam em lote GetRecord 
PutRecord, como, DeleteRecord e.
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Dimensão Descrição

OperationName Filtra as métricas operacionais de runtime da feature store para a 
operação que você especificou. Você pode usar essa dimensão para 
operações em lote, como BatchGetRecord.

SageMaker Métricas de pipelines

O namespace AWS/Sagemaker/ModelBuildingPipeline inclui as métricas a seguir para 
execuções do pipeline.

Duas categorias de métricas de execução do Pipelines estão disponíveis:

• Métricas de execução em todos os pipelines — métricas de execução do pipeline no nível da conta 
(para todos os pipelines na conta atual)

• Métricas de execução de pipelines — métricas de execução de pipeline por pipeline

As métricas estão disponíveis a uma frequência de 1 minuto.

Métricas de execução de pipelines

Métrica Descrição

Execution 
Started

O número de execuções de pipeline iniciadas.

Unidades: contagem

Estatísticas válidas: média e soma

ExecutionFailed O número de execuções de pipeline que falharam.

Unidades: contagem

Estatísticas válidas: média e soma

Execution 
Succeeded

O número de execuções de pipeline que foram bem-sucedidas.

Unidades: contagem
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Métrica Descrição

Estatísticas válidas: média e soma

Execution 
Stopped

O número de execuções do pipeline que pararam.

Unidades: contagem

Estatísticas válidas: média e soma

Execution 
Duration

A duração em milissegundos em que a execução do pipeline foi 
executada.

Unidade: milissegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

Dimensões para métricas de execução por pipeline

Dimensão Descrição

PipelineName Filtra as métricas de execução do pipeline para um pipeline especificado.

Métricas de etapas do pipeline

O namespace AWS/Sagemaker/ModelBuildingPipeline inclui as métricas a seguir para as 
etapas de execuções do pipeline.

As métricas estão disponíveis a uma frequência de 1 minuto.

Métrica Descrição

StepStarted O número de etapas iniciadas.

Unidades: contagem

Estatísticas válidas: média e soma

StepFailed O número de chamadas que falharam.
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Métrica Descrição

Unidades: contagem

Estatísticas válidas: média e soma

StepSucceeded O número de etapas que foram bem-sucedidas.

Unidades: contagem

Estatísticas válidas: média e soma

StepStopped O número de etapas que pararam.

Unidades: contagem

Estatísticas válidas: média e soma

StepDuration A duração da execução da etapa em milissegundos.

Unidade: milissegundos

Estatísticas válidas: média, soma, mín., máx., contagem de amostras

Dimensões para métricas de etapas de Pipelines

Dimensão Descrição

PipelineName ,
StepName

Filtra métricas de etapas para um pipeline e uma etapa especificados.

Registre SageMaker eventos da Amazon com a Amazon 
CloudWatch

Para ajudá-lo a depurar seus trabalhos de compilação, trabalhos de processamento, trabalhos de 
treinamento, endpoints, trabalhos de transformação, instâncias de notebook e configurações de 
ciclo de vida de instâncias de notebook, qualquer coisa que um contêiner de algoritmo, um contêiner 
de modelo ou uma configuração de ciclo de vida de instância de notebook envie ou também seja 
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enviado para o Amazon Logs. stdout stderr CloudWatch Além de depuração, você pode usá-los 
para análise de progresso.

Logs

A tabela a seguir lista todos os registros fornecidos pela Amazon SageMaker.

Logs

Nome do grupo de 
logs

Nome do fluxo de logs

/aws/sagemaker/
CompilationJ 
obs

[compilation-job-name]

[production-variant-name]/[instance-id]

(Para endpoints de inferência assíncrona) [production-variant-
name]/[instance-id]/data-log

/aws/sagemaker/
Endpoints/[E 
ndpointName]

(Para pipelines de inferência) [production-variant-name]/[ 
instance-id]/[container-name provided in SageMaker 
 model]

/aws/sagemaker/
groundtruth/ 
WorkerActivity

aws/sagemaker/groundtruth/worker-activity/[re 
quester-AWS-Id]-[region]/[timestamp]

[inference-recommendations-job-name]/execution

[inference-recommendations-job-name]/Compilat 
ionJob/[compilation-job-name]

/aws/sagemaker/
InferenceRec 
ommendati 
onsJobs

[inference-recommendations-job-name]/Endpoint/
[endpoint-name]

/aws/sagemaker/
LabelingJobs

[labeling-job-name]
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Nome do grupo de 
logs

Nome do fluxo de logs

[notebook-instance-name]/[LifecycleConfigHook]/aws/sagemaker/
NotebookInst 
ances [notebook-instance-name]/jupyter.log

/aws/sagemaker/
ProcessingJobs

[processing-job-name]/[hostname]-[epoch_times 
tamp]

[domain-id]/[user-profile-name]/[app-type]/[app-
name]

/aws/sagemaker/
studio

[domain-id]/domain-shared/rstudioserverpro/de 
fault

/aws/sagemaker/
TrainingJobs

[training-job-name]/algo-[instance-number-in- 
cluster]-[epoch_timestamp]

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]/data-log

/aws/sagemaker/
TransformJobs

[transform-job-name]/[instance-id]-[epoch_tim 
estamp]/[container-name provided in SageMaker 
model] (For Inference Pipelines)

Note

1. O fluxo de logs /aws/sagemaker/NotebookInstances/[LifecycleConfigHook] é 
criado quando você cria uma instância de bloco de anotações com uma configuração de ciclo 
de vida. Para ter mais informações, consulte Personalizar uma instância de caderno usando 
um script de configuração do ciclo de vida.
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2. Para pipelines de inferência, se você não fornecer nomes de contêineres, a plataforma 
usará **container-1, container-2** e assim por diante, correspondente à ordem fornecida no 
modelo SageMaker.

Para obter mais informações sobre o registro de eventos com o CloudWatch registro, consulte O que 
é o Amazon CloudWatch Logs? no Guia do CloudWatch usuário da Amazon.

Registre chamadas de SageMaker API da Amazon com AWS 
CloudTrail

SageMaker A Amazon está integrada comAWS CloudTrail, um serviço que fornece um registro das 
ações realizadas por um usuário, função ou AWS serviço em SageMaker. CloudTrail captura todas 
as chamadas de API para SageMaker, com exceção de  InvokeEndpointe  InvokeEndpointAsync, 
como eventos. As chamadas capturadas incluem chamadas do SageMaker console e chamadas de 
código para as operações SageMaker da API. Se você criar uma trilha, poderá habilitar a entrega 
contínua de CloudTrail eventos para um bucket do Amazon S3, incluindo eventos para. SageMaker 
Se você não configurar uma trilha, ainda poderá ver os eventos mais recentes no CloudTrail console 
no Histórico de eventos. Usando as informações coletadas por CloudTrail, você pode determinar 
a solicitação que foi feita SageMaker, o endereço IP do qual a solicitação foi feita, quem fez a 
solicitação, quando ela foi feita e detalhes adicionais.

Para saber mais sobre isso CloudTrail, consulte o Guia AWS CloudTrail do usuário.

Por padrão, os dados de registro são armazenados em CloudWatch Registros indefinidamente. No 
entanto, você pode configurar quanto tempo armazenar os dados de log em um grupo de logs. Para 
obter informações, consulte Alterar retenção de dados de CloudWatch registros em registros no Guia 
do usuário do Amazon CloudWatch Logs.

SageMaker Informações em CloudTrail

CloudTrail é ativado em sua AWS conta quando você cria a conta. Quando a atividade ocorre 
na Amazon SageMaker, essa atividade é registrada em um CloudTrail evento junto com outros 
eventos AWS de serviço no histórico de eventos. É possível visualizar, pesquisar e baixar os eventos 
recentes em sua conta da AWS. Para obter mais informações, consulte Visualização de eventos com 
histórico de CloudTrail eventos.
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Para um registro contínuo de eventos em sua AWS conta, incluindo eventos para a Amazon 
SageMaker, crie uma trilha. Uma trilha permite CloudTrail entregar arquivos de log para um bucket 
do Amazon S3. Por padrão, quando você cria uma trilha no console, ela é aplicada a todas as 
Regiões da AWS. A trilha registra em log eventos de todas as Regiões na partição da AWS e entrega 
os arquivos de log para o bucket do Amazon S3 especificado por você. Além disso, é possível 
configurar outros serviços da AWS para analisar mais profundamente e agir sobre os dados de 
evento coletados nos logs do CloudTrail . Para obter mais informações, consulte:

• Visão Geral para Criar uma Trilha

• CloudTrail Serviços e integrações compatíveis

• Configurando notificações do Amazon SNS para CloudTrail

• Recebendo arquivos de CloudTrail log de várias regiões e recebendo arquivos de CloudTrail log 
de várias contas

Todas SageMaker as ações, com exceção de  InvokeEndpointe  InvokeEndpointAsync, são 
registradas CloudTrail e documentadas no Operations. Por exemplo, chamadas para o
CreateTrainingJob CreateEndpoint e CreateNotebookInstance as ações geram entradas 
nos arquivos de CloudTrail log.

Cada entrada de log ou evento contém informações sobre quem gerou a solicitação. As informações 
de identidade ajudam a determinar:

• Se a solicitação foi feita com credenciais de usuário raiz ou do usuário do IAM.

• Se a solicitação foi feita com credenciais de segurança temporárias de um perfil ou de um usuário 
federado.

• Se a solicitação foi feita por outro serviço da AWS.

Para obter mais informações, consulte Elemento userIdentity do CloudTrail .

Operações realizadas pelo ajuste automático de modelo

SageMaker suporta o registro de eventos de serviço não relacionados à API em seus arquivos de 
CloudTrail log para trabalhos de ajuste automático de modelos. Esses eventos estão relacionados 
aos seus trabalhos de ajuste, mas não são o resultado direto de uma solicitação do cliente para 
a API pública da AWS. Por exemplo, quando você cria um trabalho de ajuste de hiperparâmetros 
chamando CreateHyperParameterTuningJob, SageMaker cria trabalhos de treinamento para 
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avaliar várias combinações de hiperparâmetros para encontrar o melhor resultado. Da mesma forma, 
quando você chama StopHyperParameterTuningJob para interromper um trabalho de ajuste 
de hiperparâmetros, o SageMaker pode interromper qualquer um dos trabalhos de treinamento em 
execução associados. Eventos não relacionados à API para seus trabalhos de ajuste são registrados 
para ajudar você CloudTrail a melhorar a governança, a conformidade e a auditoria operacional e de 
risco de sua conta. AWS

As entradas de log resultantes de eventos de serviço não relacionados a API têm um eventType de
AwsServiceEvent em vez de AwsApiCall.

Compreendendo as entradas do arquivo de SageMaker log

Uma trilha é uma configuração que permite a entrega de eventos como arquivos de log para um 
bucket do S3 que você especificar. CloudTrail os arquivos de log contêm uma ou mais entradas 
de log. Um evento representa uma única solicitação de qualquer fonte e inclui informações sobre a 
ação solicitada, a data e a hora da ação, os parâmetros da solicitação e assim por diante. CloudTrail 
os arquivos de log não são um rastreamento de pilha ordenado das chamadas públicas de API, 
portanto, eles não aparecem em nenhuma ordem específica.

O exemplo a seguir é uma entrada de log para a ação CreateEndpoint, que cria um endpoint para 
implantar um modelo treinado.

{ 
    "eventVersion":"1.05", 
    "userIdentity": { 
        "type":"IAMUser", 
        "principalId":"AIXDAYQEXAMPLEUMLYNGL", 
        "arn":"arn:aws:iam::123456789012:user/intern", 
        "accountId":"123456789012", 
        "accessKeyId":"ASXIAGXEXAMPLEQULKNXV", 
        "userName":"intern" 
    }, 
    "eventTime":"2018-01-02T13:39:06Z", 
    "eventSource":"sagemaker.amazonaws.com", 
    "eventName":"CreateEndpoint", 
    "awsRegion":"us-west-2", 
    "sourceIPAddress":"127.0.0.1", 
    "userAgent":"USER_AGENT", 
    "requestParameters": { 
        "endpointName":"ExampleEndpoint", 
        "endpointConfigName":"ExampleEndpointConfig" 
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    }, 
    "responseElements": { 
        "endpointArn":"arn:aws:sagemaker:us-west-2:123456789012:endpoint/
exampleendpoint" 
    }, 
    "requestID":"6b1b42b9-EXAMPLE", 
    "eventID":"a6f85b21-EXAMPLE", 
    "eventType":"AwsApiCall", 
    "recipientAccountId":"444455556666"
}

O exemplo a seguir é uma entrada de log para a ação CreateModel, que cria um ou mais 
contêineres para hospedar um modelo treinado anteriormente.

{ 
    "eventVersion":"1.05", 
    "userIdentity": { 
        "type":"IAMUser", 
        "principalId":"AIXDAYQEXAMPLEUMLYNGL", 
        "arn":"arn:aws:iam::123456789012:user/intern", 
        "accountId":"123456789012", 
        "accessKeyId":"ASXIAGXEXAMPLEQULKNXV", 
        "userName":"intern" 
    }, 
    "eventTime":"2018-01-02T15:23:46Z", 
    "eventSource":"sagemaker.amazonaws.com", 
    "eventName":"CreateModel", 
    "awsRegion":"us-west-2", 
    "sourceIPAddress":"127.0.0.1", 
    "userAgent":"USER_AGENT", 
    "requestParameters": { 
        "modelName":"ExampleModel", 
        "primaryContainer": { 
            "image":"174872318107.dkr.ecr.us-west-2.amazonaws.com/kmeans:latest" 
        }, 
        "executionRoleArn":"arn:aws:iam::123456789012:role/EXAMPLEARN" 
    }, 
    "responseElements": { 
        "modelArn":"arn:aws:sagemaker:us-west-2:123456789012:model/
barkinghappy2018-01-02t15-23-32-275z-ivrdog" 
    }, 
    "requestID":"417b8dab-EXAMPLE", 
    "eventID":"0f2b3e81-EXAMPLE", 
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    "eventType":"AwsApiCall", 
    "recipientAccountId":"444455556666"
}

Monitorando o acesso aos recursos do usuário a partir do Amazon 
SageMaker Studio Classic
Com o Amazon SageMaker Studio Classic, você pode monitorar o acesso aos recursos do usuário. 
Para visualizar a atividade de acesso a recursos, você pode configurar AWS CloudTrail para 
monitorar e registrar as atividades do usuário seguindo as etapas em Registrar chamadas de 
SageMaker API da Amazon com AWS CloudTrail.

No entanto, os AWS CloudTrail registros de acesso a recursos listam apenas a função IAM de 
execução do Studio Classic como identificador. Esse nível de registro em log é suficiente para 
auditar a atividade do usuário quando cada perfil de usuário tem um perfil de execução distinto. 
No entanto, quando uma única função do IAM de execução é compartilhada entre vários perfis de 
usuário, você não pode obter informações sobre o usuário específico que acessou os recursos 
AWS. 

Você pode obter informações sobre qual usuário específico executou uma ação em um AWS 
CloudTrail registro ao usar uma função de execução compartilhada, usando a sourceIdentity
configuração para propagar o nome do perfil de usuário do Studio Classic. Para obter mais 
informações sobre a identidade de origem, consulte Ações de controle e monitoramento realizadas 
com funções assumidas.

Pré-requisitos

• Instale e configure as etapas AWS Command Line Interface a seguir em Instalando ou atualizando 
a versão mais recente do AWS CLI.

• Certifique-se de que os usuários do Studio Classic em seu domínio não tenham uma política que 
permita atualizar ou modificar o domínio. 

• Para ativar ou desativar a propagação sourceIdentity, todos os aplicativos no domínio devem 
estar no estado Stopped ou Deleted. Para obter mais informações sobre como parar e desligar 
aplicativos, consulte Desligar e atualizar aplicativos do Studio Classic.

• Todos os perfis de execução devem ter as seguintes permissões da política de confiança: 

• Qualquer função assumida pela função de execução do domínio deve ter a
sts:SetSourceIdentity permissão na política de confiança da seguinte forma.
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{ 
    "Version": "2012-10-17", 
    "Statement": [ 
        { 
            "Effect": "Allow", 
            "Principal": { 
                "Service": "sagemaker.amazonaws.com" 
            }, 
            "Action": [ 
                "sts:AssumeRole", 
                "sts:SetSourceIdentity" 
            ] 
        } 
    ]
}

• Ao assumir uma função com outra função, isto é, encadeamento de funções, faça o seguinte:

• Permissões para sts:SetSourceIdentity são necessárias tanto na política de permissões 
das entidades principais que estão assumindo a função, quanto na política de confiança do 
perfil do destino. Caso contrário, a operação de função assumida falhará.

• Esse encadeamento de funções pode acontecer no Studio Classic ou em qualquer 
outro serviço downstream, como o Amazon EMR. Para obter mais informações sobre 
encadeamento de funções, consulte Termos e conceitos de funções.

Considerações ao usar o sourceIdentity

Quando você faz chamadas de AWS API a partir de notebooks Studio Classic, SageMaker Canvas 
ou Amazon SageMaker Data Wrangler, elas são registradas somente sourceIdentity CloudTrail 
se essas chamadas forem feitas usando a sessão de função de execução do Studio Classic ou 
qualquer função encadeada dessa sessão.

Quando essas chamadas de API invocam outros serviços para realizar operações adicionais, o 
registro sourceIdentity depende da implantação específica dos serviços invocados.

• Amazon SageMaker Training, Processing and Pipeline: quando você cria um trabalho usando 
esses recursos, as APIs de criação de trabalhos não conseguem ingerir o sourceIdentity que 
existe na sessão. Como resultado, todas as chamadas de AWS API feitas a partir desses trabalhos 
não são sourceIdentity registradas nos CloudTrail registros.
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• Amazon EMR: Ao se conectar ao Amazon EMR a partir do Studio Classic usando funções 
de tempo de execução, os administradores devem definir explicitamente o campo. 
PropagateSourceIdentity  Isso garante que o Amazon EMR aplique as credenciais de chamada
sourceIdentity a um trabalho ou sessão de consulta. Em seguida, sourceIdentity é 
registrado em CloudTrail registros.

Note

As seguintes exceções se aplicam ao usar sourceIdentity.

• AWSAs chamadas de API feitas a partir de espaços SageMaker compartilhados não são 
registradas sourceIdentity nos CloudTrail registros.

• Se as chamadas de AWS API forem feitas a partir de sessões criadas por usuários ou 
outros serviços e as sessões não forem baseadas na sessão da função de execução do 
Studio Classic, elas sourceIdentity não serão registradas nos CloudTrail registros.

Ativar o sourceIdentity

A capacidade de propagar o nome do perfil do usuário como sourceIdentity no Studio Classic 
está desativada por padrão.

Para habilitar a capacidade de propagar o nome do perfil de usuário como o sourceIdentity, 
use a AWS CLI durante a criação e atualização do domínio. Esse recurso é habilitado no nível do 
domínio e não no nível do perfil do usuário.

Depois de habilitar essa configuração, os administradores podem visualizar o perfil do usuário 
no log AWS CloudTrail do serviço acessado. O perfil do usuário é fornecido como o valor
sourceIdentity na seção userIdentity. Para obter mais informações sobre o uso de AWS 
CloudTrail logs com SageMaker, consulte Registrar chamadas de SageMaker API da Amazon com 
AWS CloudTrail.

Você pode usar o código a seguir para habilitar a propagação do nome do perfil de usuário como
sourceIdentity durante a criação do domínio usando a API create-domain.

create-domain
--domain-name <value>
--auth-mode <value>

Ativar o sourceIdentity 6331

https://docs.aws.amazon.com/emr/latest/ManagementGuide/emr-steps-runtime-roles.html
https://docs.aws.amazon.com/emr/latest/ManagementGuide/emr-steps-runtime-roles.html
https://docs.aws.amazon.com/emr/latest/ManagementGuide/emr-steps-runtime-roles.html
https://docs.aws.amazon.com/sagemaker/latest/dg/logging-using-cloudtrail.html
https://docs.aws.amazon.com/sagemaker/latest/dg/logging-using-cloudtrail.html


Amazon SageMaker Guia do Desenvolvedor

--default-user-settings <value>
--subnet-ids <value>
--vpc-id <value>
[--tags <value>]
[--app-network-access-type <value>]
[--home-efs-file-system-kms-key-id <value>]
[--kms-key-id <value>]
[--app-security-group-management <value>]
[--domain-settings "ExecutionRoleIdentityConfig=USER_PROFILE_NAME"]
[--cli-input-json <value>]
[--generate-cli-skeleton <value>]

Você pode habilitar a propagação do nome do perfil de usuário como sourceIdentity durante a 
atualização do domínio usando a API update-domain.

Para atualizar essa configuração, todos os aplicativos no domínio devem estar no estado Stopped
ou Deleted. Para obter mais informações sobre como parar e desligar aplicativos, consulte Desligar 
e atualizar aplicativos do Studio Classic.

Use o código a seguir para permitir a propagação do nome do perfil de usuário como o
sourceIdentity.

update-domain
--domain-id <value>
[--default-user-settings <value>]
[--domain-settings-for-update "ExecutionRoleIdentityConfig=USER_PROFILE_NAME"]
[--cli-input-json <value>]
[--generate-cli-skeleton <value>]

Desativar sourceIdentity

Você também pode desativar a propagação do nome do perfil de usuário sourceIdentity
usando o AWS CLI. Isso ocorre durante a atualização do domínio, passando o valor
ExecutionRoleIdentityConfig=DISABLED do parâmetro --domain-settings-for-update
como parte da chamada da API update-domain.

Em AWS CLI, use o código a seguir para desabilitar a propagação do nome do perfil de usuário 
como o sourceIdentity.

update-domain 
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 --domain-id <value>
[--default-user-settings <value>]
[--domain-settings-for-update "ExecutionRoleIdentityConfig=DISABLED"]
[--cli-input-json <value>]
[--generate-cli-skeleton <value>]

Automatizando a Amazon com a Amazon SageMaker EventBridge

A Amazon EventBridge monitora eventos de mudança de status na Amazon SageMaker. 
EventBridge permite que você automatize SageMaker e responda automaticamente a eventos, 
como uma alteração no status do trabalho de treinamento ou no status do endpoint. Os eventos de 
SageMaker são entregues quase EventBridge em tempo real. Você pode escrever regras simples 
para indicar quais eventos são do seu interesse, e as ações automatizadas a serem tomadas quando 
um evento corresponder à regra. Para obter um exemplo de como criar uma regra, consulte Agende 
um pipeline com a Amazon EventBridge.

Note

SageMaker pode enviar vários eventos EventBridge para cada mudança de estado. Esse 
comportamento é esperado e não indica necessariamente um erro.

Alguns exemplos de ações que podem ser automaticamente acionadas incluem as seguintes:

• Invocar uma função do AWS Lambda

• Invocar o comando de execução do Amazon EC2

• Transmitir o evento Amazon Kinesis Data Streams

• Ativar a máquina de estado do AWS Step Functions

• Notificar um tópico do Amazon SNS ou uma fila de AWS SMS

SageMaker eventos monitorados por EventBridge

• SageMaker mudança de estado do modelo

• Alteração de estado de trabalho de treinamento

• Alteração de estado de trabalho de ajuste do HyperParameter

• Transforma alteração de estado de trabalho

• Alteração do estado do endpoint

Automatizando com EventBridge 6333



Amazon SageMaker Guia do Desenvolvedor

• Alteração do estado do grupo de atributos

• Alteração do estado do pacote do modelo

• Alteração do estado de execução do pipeline

• Alteração do estado da etapa do pipeline

• Processando a alteração do estado do trabalho

• SageMaker mudança de estado da imagem

• SageMaker alteração do estado da versão da imagem

• Alteração do estado da implantação do endpoint

• Alteração do estado do cartão de modelo

SageMaker mudança de estado do modelo

Indica uma mudança no estado de um SageMaker modelo. O estado muda quando um SageMaker 
modelo é criado ou excluído.

{
"source": ["aws.sagemaker"],
"detail-type": ["SageMaker Model State Change"]
"Resources" : ["arn:aws:sagemaker:us-east-1:123456789012:model/model-name"]
}       

Se um modelo for especificado emResources, um evento será gerado e enviado EventBridge 
quando o estado desse modelo mudar. Se você não especificar um valor paraResources, um 
evento será gerado quando o status de qualquer um dos SageMaker modelos associados à sua 
conta for alterado.

Alteração de estado de trabalho de treinamento

Indica uma alteração no status de um trabalho de SageMaker treinamento.

Se o valor de TrainingJobStatus for Failed, o evento conterá o campo FailureReason, que 
fornece uma descrição explicando porque o trabalho de treinamento falhou.

{ 
    "version": "0", 
    "id": "844e2571-85d4-695f-b930-0153b71dcb42", 
    "detail-type": "SageMaker Training Job State Change", 
    "source": "aws.sagemaker", 
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    "account": "123456789012", 
    "time": "2018-10-06T12:26:13Z", 
    "region": "us-east-1", 
    "resources": [ 
        "arn:aws:sagemaker:us-east-1:123456789012:training-job/kmeans-1" 
    ], 
    "detail": { 
        "TrainingJobName": "89c96cc8-dded-4739-afcc-6f1dc936701d", 
        "TrainingJobArn": "arn:aws:sagemaker:us-east-1:123456789012:training-job/
kmeans-1", 
        "TrainingJobStatus": "Completed", 
        "SecondaryStatus": "Completed", 
        "HyperParameters": { 
            "Hyper": "Parameters" 
        }, 
        "AlgorithmSpecification": { 
            "TrainingImage": "TrainingImage", 
            "TrainingInputMode": "TrainingInputMode" 
        }, 
        "RoleArn": "arn:aws:iam::123456789012:role/SMRole", 
        "InputDataConfig": [ 
            { 
                "ChannelName": "Train", 
                "DataSource": { 
                    "S3DataSource": { 
                        "S3DataType": "S3DataType", 
                        "S3Uri": "S3Uri", 
                        "S3DataDistributionType": "S3DataDistributionType" 
                    } 
                }, 
                "ContentType": "ContentType", 
                "CompressionType": "CompressionType", 
                "RecordWrapperType": "RecordWrapperType" 
            } 
        ], 
        "OutputDataConfig": { 
            "KmsKeyId": "KmsKeyId", 
            "S3OutputPath": "S3OutputPath" 
        }, 
        "ResourceConfig": { 
            "InstanceType": "InstanceType", 
            "InstanceCount": 3, 
            "VolumeSizeInGB": 20, 
            "VolumeKmsKeyId": "VolumeKmsKeyId" 
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        }, 
        "VpcConfig": { 

        }, 
        "StoppingCondition": { 
            "MaxRuntimeInSeconds": 60 
        }, 
        "CreationTime": "1583831889050", 
        "TrainingStartTime": "1583831889050", 
        "TrainingEndTime": "1583831889050", 
        "LastModifiedTime": "1583831889050", 
        "SecondaryStatusTransitions": [ 

        ], 
        "Tags": { 

        } 
    }
}

Alteração de estado de trabalho de ajuste do HyperParameter

Indica uma alteração no status de um trabalho de ajuste de SageMaker hiperparâmetros.

{ 
  "version": "0", 
  "id": "844e2571-85d4-695f-b930-0153b71dcb42", 
  "detail-type": "SageMaker HyperParameter Tuning Job State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2018-10-06T12:26:13Z", 
  "region": "us-east-1", 
  "resources": [ 
    "arn:aws:sagemaker:us-east-1:123456789012:tuningJob/x" 
  ], 
  "detail": { 
    "HyperParameterTuningJobName": "016bffd3-6d71-4d3a-9710-0a332b2759fc", 
    "HyperParameterTuningJobArn": "arn:aws:sagemaker:us-east-1:123456789012:tuningJob/
x", 
    "TrainingJobDefinition": { 
      "StaticHyperParameters": {}, 
      "AlgorithmSpecification": { 
        "TrainingImage": "trainingImageName", 
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        "TrainingInputMode": "inputModeFile", 
        "MetricDefinitions": [ 
          { 
            "Name": "metricName", 
            "Regex": "regex" 
          } 
        ] 
      }, 
      "RoleArn": "roleArn", 
      "InputDataConfig": [ 
        { 
          "ChannelName": "channelName", 
          "DataSource": { 
            "S3DataSource": { 
              "S3DataType": "s3DataType", 
              "S3Uri": "s3Uri", 
              "S3DataDistributionType": "s3DistributionType" 
            } 
          }, 
          "ContentType": "contentType", 
          "CompressionType": "gz", 
          "RecordWrapperType": "RecordWrapper" 
        } 
      ], 
      "VpcConfig": { 
        "SecurityGroupIds": [ 
          "securityGroupIds" 
        ], 
        "Subnets": [ 
          "subnets" 
        ] 
      }, 
      "OutputDataConfig": { 
        "KmsKeyId": "kmsKeyId", 
        "S3OutputPath": "s3OutputPath" 
      }, 
      "ResourceConfig": { 
        "InstanceType": "instanceType", 
        "InstanceCount": 10, 
        "VolumeSizeInGB": 500, 
        "VolumeKmsKeyId": "volumeKeyId" 
      }, 
      "StoppingCondition": { 
        "MaxRuntimeInSeconds": 3600 
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      } 
    }, 
    "HyperParameterTuningJobStatus": "status", 
    "CreationTime": "1583831889050", 
    "LastModifiedTime": "1583831889050", 
    "TrainingJobStatusCounters": { 
      "Completed": 1, 
      "InProgress": 0, 
      "RetryableError": 0, 
      "NonRetryableError": 0, 
      "Stopped": 0 
    }, 
    "ObjectiveStatusCounters": { 
      "Succeeded": 1, 
      "Pending": 0, 
      "Failed": 0 
    }, 
    "Tags": {} 
  }
}

Transforma alteração de estado de trabalho

Indica uma alteração no status de um trabalho de transformação SageMaker em lote.

Se o valor de TransformJobStatus for Failed, o evento conterá o campo FailureReason, que 
fornece uma descrição explicando porque o trabalho de treinamento falhou.

{ 
  "version": "0", 
  "id": "844e2571-85d4-695f-b930-0153b71dcb42", 
  "detail-type": "SageMaker Transform Job State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2018-10-06T12:26:13Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:transform-job/myjob"], 
  "detail": { 
    "TransformJobName": "4b52bd8f-e034-4345-818d-884bdd7c9724", 
    "TransformJobArn": "arn:aws:sagemaker:us-east-1:123456789012:transform-job/myjob", 
    "TransformJobStatus": "another status... GO", 
    "FailureReason": "failed why 1", 
    "ModelName": "i am a beautiful model", 
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    "MaxConcurrentTransforms": 5, 
    "MaxPayloadInMB": 10, 
    "BatchStrategy": "Strategizing...", 
    "Environment": { 
      "environment1": "environment2" 
    }, 
    "TransformInput": { 
      "DataSource": { 
        "S3DataSource": { 
          "S3DataType": "s3DataType", 
          "S3Uri": "s3Uri" 
        } 
      }, 
      "ContentType": "content type", 
      "CompressionType": "compression type", 
      "SplitType": "split type" 
    }, 
    "TransformOutput": { 
      "S3OutputPath": "s3Uri", 
      "Accept": "accept", 
      "AssembleWith": "assemblyType", 
      "KmsKeyId": "kmsKeyId" 
    }, 
    "TransformResources": { 
      "InstanceType": "instanceType", 
      "InstanceCount": 3 
    }, 
    "CreationTime": "2018-10-06T12:26:13Z", 
    "TransformStartTime": "2018-10-06T12:26:13Z", 
    "TransformEndTime": "2018-10-06T12:26:13Z", 
    "Tags": {} 
  }
}

Alteração do estado do endpoint

Indica uma alteração no status de um endpoint de inferência em tempo real SageMaker hospedado.

O seguinte mostra um evento com um endpoint no estado IN_SERVICE.

{ 
  "version": "0", 
  "id": "d2921b5a-b0ad-cace-a8e3-0f159d018e06", 
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  "detail-type": "SageMaker Endpoint State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "1583831889050", 
  "region": "us-west-2", 
  "resources": [ 
      "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myendpoint" 
  ], 
  "detail": { 
      "EndpointName": "MyEndpoint", 
      "EndpointArn": "arn:aws:sagemaker:us-west-2:123456789012:endpoint/myendpoint", 
      "EndpointConfigName": "MyEndpointConfig", 
      "ProductionVariants": [ 
          { 
              "DesiredWeight": 1.0, 
              "DesiredInstanceCount": 1.0 
          } 
      ], 
      "EndpointStatus": "IN_SERVICE", 
      "CreationTime": 1592411992203.0, 
      "LastModifiedTime": 1592411994287.0, 
      "Tags": { 

      } 
  }
}

Alteração do estado do grupo de atributos

Indica uma alteração no FeatureGroupStatus ou no OfflineStoreStatus de um grupo de 
SageMaker recursos.

{ 
  "version": "0", 
  "id": "93201303-abdb-36a4-1b9b-4c1c3e3671c0", 
  "detail-type": "SageMaker Feature Group State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-01-26T01:22:01Z", 
  "region": "us-east-1", 
  "resources": [ 
    "arn:aws:sagemaker:us-east-1:123456789012:feature-group/sample-feature-group" 
  ], 
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  "detail": { 
    "FeatureGroupArn": "arn:aws:sagemaker:us-east-1:123456789012:feature-group/sample-
feature-group", 
    "FeatureGroupName": "sample-feature-group", 
    "RecordIdentifierFeatureName": "RecordIdentifier", 
    "EventTimeFeatureName": "EventTime", 
    "FeatureDefinitions": [ 
      { 
        "FeatureName": "RecordIdentifier", 
        "FeatureType": "Integral" 
      }, 
      { 
        "FeatureName": "EventTime", 
        "FeatureType": "Fractional" 
      } 
    ], 
    "CreationTime": 1611624059000, 
    "OnlineStoreConfig": { 
      "EnableOnlineStore": true 
    }, 
    "OfflineStoreConfig": { 
      "S3StorageConfig": { 
        "S3Uri": "s3://offline/s3/uri" 
      }, 
      "DisableGlueTableCreation": false, 
      "DataCatalogConfig": { 
        "TableName": "sample-feature-group-1611624059", 
        "Catalog": "AwsDataCatalog", 
        "Database": "sagemaker_featurestore" 
      } 
    }, 
    "RoleArn": "arn:aws:iam::123456789012:role/SageMakerRole", 
    "FeatureGroupStatus": "Active", 
    "Tags": {} 
  }
}

Alteração do estado do pacote do modelo

Indica uma alteração no status de um pacote de SageMaker modelo.

{ 
  "version": "0", 
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  "id": "844e2571-85d4-695f-b930-0153b71dcb42", 
  "detail-type": "SageMaker Model Package State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-02-24T17:00:14Z", 
  "region": "us-east-2", 
  "resources": [ 
    "arn:aws:sagemaker:us-east-2:123456789012:model-package/versionedmp-p-
idy6c3e1fiqj/2" 
  ], 
  "source": [ 
    "aws.sagemaker" 
  ], 
  "detail": { 
    "ModelPackageGroupName": "versionedmp-p-idy6c3e1fiqj", 
    "ModelPackageVersion": 2, 
    "ModelPackageArn": "arn:aws:sagemaker:us-east-2:123456789012:model-package/
versionedmp-p-idy6c3e1fiqj/2", 
    "CreationTime": "2021-02-24T17:00:14Z", 
    "InferenceSpecification": { 
      "Containers": [ 
        { 
          "Image": "257758044811.dkr.ecr.us-east-2.amazonaws.com/sagemaker-
xgboost:1.0-1-cpu-py3", 
          "ImageDigest": 
 "sha256:4dc8a7e4a010a19bb9e0a6b063f355393f6e623603361bd8b105f554d4f0c004", 
          "ModelDataUrl": "s3://sagemaker-project-p-idy6c3e1fiqj/versionedmp-p-
idy6c3e1fiqj/AbaloneTrain/pipelines-4r83jejmhorv-TrainAbaloneModel-xw869y8C4a/output/
model.tar.gz" 
        } 
      ], 
      "SupportedContentTypes": [ 
        "text/csv" 
      ], 
      "SupportedResponseMIMETypes": [ 
        "text/csv" 
      ] 
    }, 
    "ModelPackageStatus": "Completed", 
    "ModelPackageStatusDetails": { 
      "ValidationStatuses": [], 
      "ImageScanStatuses": [] 
    }, 
    "CertifyForMarketplace": false, 
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    "ModelApprovalStatus": "Rejected", 
    "MetadataProperties": { 
      "GeneratedBy": "arn:aws:sagemaker:us-east-2:123456789012:pipeline/versionedmp-p-
idy6c3e1fiqj/execution/4r83jejmhorv" 
    }, 
    "ModelMetrics": { 
      "ModelQuality": { 
        "Statistics": { 
          "ContentType": "application/json", 
          "S3Uri": "s3://sagemaker-project-p-idy6c3e1fiqj/versionedmp-p-idy6c3e1fiqj/
script-2021-02-24-10-55-15-413/output/evaluation/evaluation.json" 
        } 
      } 
    }, 
    "LastModifiedTime": "2021-02-24T17:00:14Z" 
  }
}

Alteração do estado de execução do pipeline

Indica uma alteração no status da execução de um SageMaker pipeline.

currentPipelineExecutionStatus e previousPipelineExecutionStatus podem ser um 
dos valores a seguir:

• Executando

• Bem-sucedida

• Com falha

• Parando

• Interrompida

{ 
  "version": "0", 
  "id": "315c1398-40ff-a850-213b-158f73kd93ir", 
  "detail-type": "SageMaker Model Building Pipeline Execution Status Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-03-15T16:10:11Z", 
  "region": "us-east-1", 
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  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123", 
 "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123/execution/
p4jn9xou8a8s"], 
  "detail": { 
    "pipelineExecutionDisplayName": "SomeDisplayName", 
    "currentPipelineExecutionStatus": "Succeeded", 
    "previousPipelineExecutionStatus": "Executing", 
    "executionStartTime": "2021-03-15T16:03:13Z", 
    "executionEndTime": "2021-03-15T16:10:10Z", 
    "pipelineExecutionDescription": "SomeDescription", 
    "pipelineArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123", 
    "pipelineExecutionArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/
myPipeline-123/execution/p4jn9xou8a8s" 
  }
}

Alteração do estado da etapa do pipeline

Indica uma alteração no status de uma etapa do SageMaker pipeline.

Se houver uma ocorrência de cache, o evento conterá o campo cacheHitResult.
currentStepStatus e previousStepStatus podem ser um dos seguintes valores:

• Starting

• Executando

• Bem-sucedida

• Com falha

• Parando

• Interrompida

Se o valor de currentStepStatus for Failed, o evento conterá o campo failureReason, que 
fornece uma descrição explicando porque o passo falhou.

{ 
  "version": "0", 
  "id": "ea37ccbb-5e2b-05e9-4073-1daazc940304", 
  "detail-type": "SageMaker Model Building Pipeline Execution Step Status Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-03-15T16:10:10Z", 
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  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123", 
 "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123/execution/
p4jn9xou8a8s"], 
  "detail": { 
    "metadata": { 
      "processingJob": { 
        "arn": "arn:aws:sagemaker:us-east-1:123456789012:processing-job/pipelines-
p4jn9xou8a8s-myprocessingstep1-tmgxry49ug" 
      } 
    }, 
    "stepStartTime": "2021-03-15T16:03:14Z", 
    "stepEndTime": "2021-03-15T16:10:09Z", 
    "stepName": "myprocessingstep1", 
    "stepType": "Processing", 
    "previousStepStatus": "Executing", 
    "currentStepStatus": "Succeeded", 
    "pipelineArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/myPipeline-123", 
    "pipelineExecutionArn": "arn:aws:sagemaker:us-east-1:123456789012:pipeline/
myPipeline-123/execution/p4jn9xou8a8s" 
  }
}

Processando a alteração do estado do trabalho

Indica uma alteração no status de uma tarefa SageMaker de processamento.

O exemplo de evento a seguir é para uma tarefa de processamento com falha, em que o
ProcessingJobStatus valor éFailed.

{ 
  "version": "0", 
  "id": "0a15f67d-aa23-0123-0123-01a23w89r01t", 
  "detail-type": "SageMaker Processing Job State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2019-05-31T21:49:54Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-west-2:037210630506:processing-job/integ-test-
analytics-algo-54ee3282-5899-4aa3-afc2-7ce1d02"], 
  "detail": { 
    "ProcessingInputs": [{ 
      "InputName": "InputName", 
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      "S3Input": { 
        "S3Uri": "s3://input/s3/uri", 
        "LocalPath": "/opt/ml/processing/input/local/path", 
        "S3DataType": "MANIFEST_FILE", 
        "S3InputMode": "PIPE", 
        "S3DataDistributionType": "FULLYREPLICATED" 
      } 
    }], 
    "ProcessingOutputConfig": { 
      "Outputs": [{ 
        "OutputName": "OutputName", 
        "S3Output": { 
          "S3Uri": "s3://output/s3/uri", 
          "LocalPath": "/opt/ml/processing/output/local/path", 
          "S3UploadMode": "CONTINUOUS" 
        } 
      }], 
      "KmsKeyId": "KmsKeyId" 
    }, 
    "ProcessingJobName": "integ-test-analytics-algo-54ee3282-5899-4aa3-afc2-7ce1d02", 
    "ProcessingResources": { 
      "ClusterConfig": { 
        "InstanceCount": 3, 
        "InstanceType": "ml.c5.xlarge", 
        "VolumeSizeInGB": 5, 
        "VolumeKmsKeyId": "VolumeKmsKeyId" 
      } 
    }, 
    "StoppingCondition": { 
      "MaxRuntimeInSeconds": 2000 
    }, 
    "AppSpecification": { 
      "ImageUri": "012345678901.dkr.ecr.us-west-2.amazonaws.com/processing-uri:latest" 
    }, 
    "NetworkConfig": { 
      "EnableInterContainerTrafficEncryption": true, 
      "EnableNetworkIsolation": false, 
      "VpcConfig": { 
        "SecurityGroupIds": ["SecurityGroupId1", "SecurityGroupId2", 
 "SecurityGroupId3"], 
        "Subnets": ["Subnet1", "Subnet2"] 
      } 
    }, 
    "RoleArn": "arn:aws:iam::037210630506:role/SageMakerPowerUser", 
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    "ExperimentConfig": {}, 
    "ProcessingJobArn": "arn:aws:sagemaker:us-west-2:037210630506:processing-job/integ-
test-analytics-algo-54ee3282-5899-4aa3-afc2-7ce1d02", 
    "ProcessingJobStatus":"Failed", 
    "FailureReason":"InternalServerError: We encountered an internal error.  Please try 
 again.", 
    "ProcessingEndTime":1704320746000, 
    "ProcessingStartTime":1704320734000, 
    "LastModifiedTime":1704320746000, 
    "CreationTime":1704320199000 
  }
}

SageMaker mudança de estado da imagem

Indica uma alteração no status de uma SageMaker imagem.

{ 
  "version": "0", 
  "id": "cee033a3-17d8-49f8-865f-b9ebf485d9ee", 
  "detail-type": "SageMaker Image State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-04-29T01:29:59Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-west-2:123456789012:image/
cee033a3-17d8-49f8-865f-b9ebf485d9ee"], 
  "detail": { 
    "ImageName": "cee033a3-17d8-49f8-865f-b9ebf485d9ee", 
    "ImageArn": "arn:aws:sagemaker:us-west-2:123456789012:image/
cee033a3-17d8-49f8-865f-b9ebf485d9ee", 
    "ImageStatus": "Creating", 
    "Version": 1.0, 
    "Tags": {} 
  }
}

SageMaker alteração do estado da versão da imagem

Indica uma alteração no status de uma versão da SageMaker imagem.

{ 
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  "version": "0", 
  "id": "07fc4615-ebd7-15fc-1746-243411f09f04", 
  "detail-type": "SageMaker Image Version State Change", 
  "source": "aws.sagemaker", 
  "account": "123456789012", 
  "time": "2021-04-29T01:29:59Z", 
  "region": "us-east-1", 
  "resources": ["arn:aws:sagemaker:us-west-2:123456789012:image-
version/07800032-2d29-48b7-8f82-5129225b2a85"], 
  "detail": { 
    "ImageArn": "arn:aws:sagemaker:us-west-2:123456789012:image/a70ff896-c832-4fe8-
add6-eba25a0f43e6", 
    "ImageVersionArn": "arn:aws:sagemaker:us-west-2:123456789012:image-
version/07800032-2d29-48b7-8f82-5129225b2a85", 
    "ImageVersionStatus": "Creating", 
    "Version": 1.0, 
    "Tags": {} 
  }
}

Para obter mais informações sobre os valores de status e seus significados para SageMaker 
trabalhos, endpoints e pipelines, consulte os links a seguir:

• AlgorithmStatus

• EndpointStatus

• FeatureGroupStatus

• HyperParameterTuningJobStatus

• LabelingJobStatus

• ModelPackageStatus

• NotebookInstanceStatus

• PipelineExecutionStatus

• StepStatus

• ProcessingJobStatus

• TrainingJobStatus

• TransformJobStatus

Para obter mais informações, consulte o Guia EventBridge do usuário da Amazon.
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Alteração do estado da implantação do endpoint

Important

Os exemplos a seguir podem não funcionar para todos os endpoints. Para obter uma lista de 
recursos que podem excluir seu endpoint, consulte a página Exclusions.

Indica uma mudança de estado para a implantação de um endpoint. O exemplo a seguir mostra uma 
atualização de endpoint com uma implantação canária azul/verde.

{ 
    "version": "0", 
    "id": "0bd4a141-0a02-9d8a-f977-3924c3fb259c", 
    "detail-type": "SageMaker Endpoint Deployment State Change", 
    "source": "aws.sagemaker", 
    "account": "123456789012", 
    "time": "2021-10-25T01:52:12Z", 
    "region": "us-west-2", 
    "resources": [ 
        "arn:aws:sagemaker:us-west-2:651393343886:endpoint/sample-endpoint" 
    ], 
    "detail": { 
        "EndpointName": "sample-endpoint", 
        "EndpointArn": "arn:aws:sagemaker:us-west-2:651393343886:endpoint/sample-
endpoint", 
        "EndpointConfigName": "sample-endpoint-config-1", 
        "ProductionVariants": [ 
            { 
                "VariantName": "AllTraffic", 
                "CurrentWeight": 1, 
                "DesiredWeight": 1, 
                "CurrentInstanceCount": 3, 
                "DesiredInstanceCount": 3 
            } 
        ], 
        "EndpointStatus": "UPDATING", 
        "CreationTime": 1635195148181, 
        "LastModifiedTime": 1635195148181, 
        "Tags": {}, 
        "PendingDeploymentSummary": { 
            "EndpointConfigName": "sample-endpoint-config-2", 
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            "StartTime": Timestamp, 
            "ProductionVariants": [ 
                { 
                    "VariantName": "AllTraffic", 
                    "CurrentWeight": 1, 
                    "DesiredWeight": 1, 
                    "CurrentInstanceCount": 1, 
                    "DesiredInstanceCount": 3, 
                    "VariantStatus": [ 
                        { 
                            "Status": "Baking", 
                            "StatusMessage": "Baking for 600 seconds 
 (TerminationWaitInSeconds) with traffic enabled on canary capacity of 1 instance(s).", 
                            "StartTime": 1635195269181, 
                        } 
                    ] 
                } 
            ] 
        } 
    }
}

O exemplo a seguir indica uma mudança de estado para uma implantação de endpoint, que está 
sendo atualizada com nova capacidade em uma configuração de endpoint existente.

{ 
    "version": "0", 
    "id": "0bd4a141-0a02-9d8a-f977-3924c3fb259c", 
    "detail-type": "SageMaker Endpoint Deployment State Change", 
    "source": "aws.sagemaker", 
    "account": "123456789012", 
    "time": "2021-10-25T01:52:12Z", 
    "region": "us-west-2", 
    "resources": [ 
        "arn:aws:sagemaker:us-west-2:651393343886:endpoint/sample-endpoint" 
    ], 
    "detail": { 
        "EndpointName": "sample-endpoint", 
        "EndpointArn": "arn:aws:sagemaker:us-west-2:651393343886:endpoint/sample-
endpoint", 
        "EndpointConfigName": "sample-endpoint-config-1", 
        "ProductionVariants": [ 
            { 
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                "VariantName": "AllTraffic", 
                "CurrentWeight": 1, 
                "DesiredWeight": 1, 
                "CurrentInstanceCount": 3, 
                "DesiredInstanceCount": 6, 
                "VariantStatus": [ 
                    { 
                        "Status": "Updating", 
                        "StatusMessage": "Scaling out desired instance count to 6.", 
                        "StartTime": 1635195269181, 
                    } 
                ] 
            } 
        ], 
        "EndpointStatus": "UPDATING", 
        "CreationTime": 1635195148181, 
        "LastModifiedTime": 1635195148181, 
        "Tags": {}, 
    }

Os seguintes status secundários de implantação também estão disponíveis para endpoints 
(encontrados no VariantStatus objeto).

• Creating: criação de instâncias para a variante de produção.

Exemplos de mensagens: "Launching X instance(s)."

• Deleting: encerramento de instâncias da variante de produção.

Exemplos de mensagens: "Terminating X instance(s)."

• Updating: atualização da capacidade da variante de produção.

Exemplos de mensagens: "Launching X instance(s).", "Scaling out desired 
instance count to X."

• ActivatingTraffic: ativando o tráfego para a variante de produção.

Exemplos de mensagens: "Activating traffic on canary capacity of X 
instance(s)."

• Baking: período de espera para monitorar os CloudWatch alarmes na configuração de reversão 
automática.
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Exemplos de mensagens: "Baking for X seconds (TerminationWaitInSeconds) with 
traffic enabled on full capacity of Y instance(s)."

Alteração do estado do cartão de modelo

Indica uma alteração no status de um Amazon SageMaker Model Card. Para ter mais informações 
sobre esse cartão modelo, consulte Cartões SageMaker modelo Amazon.

{ 
    "version": "0", 
    "id": "aa7a9c4f-2caa-4d04-a6de-e67227ba4302", 
    "detail-type": "SageMaker Model Card State Change", 
    "source": "aws.sagemaker", 
    "account": "123456789012", 
    "time": "2022-11-30T00:00:00Z", 
    "region": "us-east-1", 
    "resources": [ 
        "arn:aws:sagemaker:us-east-1:123456789012:model-card/example-card" 
    ], 
    "detail": { 
        "ModelCardVersion": 2, 
        "LastModifiedTime": "2022-12-03T00:09:44.893854735Z", 
        "LastModifiedBy": { 
            "DomainId": "us-east-1", 
            "UserProfileArn": "arn:aws:sagemaker:us-east-1:123456789012:user-profile/
user", 
            "UserProfileName": "user" 
        }, 
        "CreationTime": "2022-12-03T00:09:33.084Z", 
        "CreatedBy": { 
            "DomainId": "us-east-1", 
            "UserProfileArn": "arn:aws:sagemaker:us-east-1:123456789012:user-profile/
user", 
            "UserProfileName": "user" 
        }, 
        "ModelCardName": "example-card", 
        "ModelId": "example-model", 
        "ModelCardStatus": "Draft", 
        "AccountId": "123456789012", 
        "SecurityConfig": {} 
    }
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}
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SageMaker Referência da Amazon
Tópicos

• Linguagens e frameworks de Machine Learning

• Referência da API

• SageMaker Imagens de distribuição

• Histórico de documentos da Amazon SageMaker

• Caminhos de registro do Docker e código de exemplo

Linguagens e frameworks de Machine Learning

Você pode usar Python e R nativamente nos kernels de notebooks da Amazon SageMaker . 
Também há kernels que oferecem suporte a frameworks específicos. Uma forma muito popular de 
começar SageMaker é usar o Amazon SageMaker Python SDK. Ele fornece APIs e contêineres 
Python de código aberto que facilitam o treinamento e a implantação de modelos SageMaker, além 
de exemplos para uso com várias estruturas diferentes de aprendizado de máquina e aprendizado 
profundo.

Para obter informações sobre o uso de estruturas específicas ou como usar o R em SageMaker, 
consulte os tópicos a seguir.

SDKs de linguagens e guias do usuário:

• SDK para Amazon SageMaker Python

• R

• Referência da API

Guias de frameworks de machine learning e de aprendizado profundo:

• Apache MXNet

• Apache Spark

• Chainer

• Hugging Face

Frameworks e linguagens de ML 6354

https://docs.aws.amazon.com/sagemaker/latest/dg-ecr-paths/sagemaker-algo-docker-registry-paths.html
https://sagemaker.readthedocs.io
https://sagemaker.readthedocs.io


Amazon SageMaker Guia do Desenvolvedor

• PyTorch

• Scikit-learn

• SparkML Serving

• TensorFlow

• Triton Inference Server

Use o Apache MXNet com a Amazon SageMaker

Você pode usar SageMaker para treinar e implantar um modelo usando o código MXNet 
personalizado. Os estimadores e modelos MXNet do Amazon SageMaker Python SDK e o contêiner 
MXNet de SageMaker código aberto facilitam a criação e execução de um script MXNet. SageMaker

O que você deseja fazer?

Quero treinar um modelo do MXNet personalizado no SageMaker.

Para obter uma amostra do notebook Jupyter, consulte os cadernos de exemplo do MXNet no 
repositório Amazon Examples. SageMaker GitHub

Para obter a documentação, consulte Treinar um modelo com o MXNet.

Eu tenho um modelo MXNet no SageMaker qual treinei e quero implantá-lo em um endpoint 
hospedado.

Para obter mais informações, consulte Implantar modelos do MXNet.

Tenho um modelo MXNet do SageMaker qual treinei fora e quero implantá-lo em um endpoint 
SageMaker

Para mais informações, consulte Implantar Endpoints de dados do modelo.

Quero ver a documentação da API para as classes MXNet do Amazon SageMaker Python SDK.

Para obter mais informações, consulte Classes de MXNet.

Quero encontrar o repositório de contêineres SageMaker MXNet.

Para obter mais informações, consulte o repositório SageMaker MXNet Container GitHub .
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https://sagemaker.readthedocs.io
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Quero encontrar informações sobre as versões do MXNet compatíveis com os AWS Deep Learning 
Containers.

Para obter mais informações, consulte as Imagens de contêiner de aprendizado profundo 
disponíveis.

Para obter informações gerais sobre como escrever scripts de treinamento no modo script MXNet e 
usar estimadores e modelos do modo script MXNet com, SageMaker consulte Usando o MXNet com 
o Python SDK. SageMaker

Use o Apache Spark com a Amazon SageMaker

O Amazon SageMaker Spark é uma biblioteca Spark de código aberto que ajuda você a criar 
pipelines de aprendizado de máquina (ML) do Spark com. SageMaker Isso simplifica a integração 
dos estágios do Spark ML com os SageMaker estágios, como treinamento e hospedagem de 
modelos. Para obter informações sobre o SageMaker Spark, consulte o repositório do SageMaker 
Spark GitHub.

A biblioteca SageMaker Spark está disponível em Python e Scala. Você pode 
usar o SageMaker Spark para treinar modelos no SageMaker uso de quadros de
org.apache.spark.sql.DataFrame dados em seus clusters do Spark. Após o treinamento do 
modelo, você também pode hospedar o modelo usando serviços de SageMaker hospedagem.

A biblioteca SageMaker Spark,com.amazonaws.services.sagemaker.sparksdk, fornece as 
seguintes classes, entre outras:

• SageMakerEstimator—Estende a interface org.apache.spark.ml.Estimator. Você pode 
usar esse estimador para treinamento de modelo no SageMaker.

• KMeansSageMakerEstimator, PCASageMakerEstimator e
XGBoostSageMakerEstimator—Estendem a classe SageMakerEstimator.

• SageMakerModel—Estende a classe org.apache.spark.ml.Model. Você pode usar essa 
classe SageMakerModel para hospedar modelos e obter inferências no SageMaker.

Você pode baixar o código-fonte das bibliotecas Python Spark (PySpark) e Scala no repositório 
Spark. SageMaker  GitHub

Para instalação e exemplos da biblioteca SageMaker Spark, consulte SageMaker Exemplos do 
Spark para Scala ouSageMaker Exemplos do Spark para Python (PySpark).
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Se você usa o Amazon EMR AWS para gerenciar clusters do Spark, consulte Apache Spark. Para 
obter mais informações sobre o uso do Amazon EMR em SageMaker, consulte. Prepare dados 
usando o Amazon EMR

Tópicos

• Integre seu aplicativo Apache Spark ao SageMaker

• SageMaker Exemplos do Spark para Scala

• SageMaker Exemplos do Spark para Python (PySpark)

Integre seu aplicativo Apache Spark ao SageMaker

A seguir está um resumo de alto nível das etapas para integrar seu aplicativo Apache Spark com. 
SageMaker

1. Continue o pré-processamento de dados usando a biblioteca Apache Spark que você já 
conhece. O conjunto de dados permanece como um DataFrame no seu cluster do Spark. 
Carregue os dados em um DataFrame e faça o pré-processamento deles para ter uma coluna
features com um org.apache.spark.ml.linalg.Vector de valor Doubles, bem como 
uma coluna label opcional com valores do tipo Double.

2. Use o estimador na biblioteca do SageMaker Spark para treinar seu modelo. Por exemplo, se 
você escolher o algoritmo k-means fornecido pelo SageMaker para o treinamento do modelo, 
você chama o KMeansSageMakerEstimator.fit método.

Forneça seu DataFrame como entrada. O estimador retorna um objeto SageMakerModel.

Note

SageMakerModel estende o org.apache.spark.ml.Model.

O método fit faz o seguinte:

a. Converte a entrada DataFrame para o formato protobuf selecionando as colunas
features e label da entrada DataFrame e fazendo upload dos dados protobuf para 
um bucket do Amazon S3. O formato protobuf é eficiente para treinamento de modelo no 
SageMaker.
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b. Inicia o treinamento do modelo SageMaker enviando uma SageMaker
CreateTrainingJobsolicitação. Após a conclusão do treinamento do modelo, SageMaker 
salva os artefatos do modelo em um bucket S3.

SageMaker assume a função do IAM que você especificou para o treinamento do modelo 
para realizar tarefas em seu nome. Por exemplo, para ler dados de treinamento de um 
bucket do S3 e gravar artefatos de modelo em um bucket.

c. Cria e retorna um objeto SageMakerModel. O construtor realiza as seguintes tarefas, que 
estão relacionadas à implantação do modelo no SageMaker.

i. Envia uma CreateModelsolicitação para SageMaker.

ii. Envia uma solicitação CreateEndpointConfig ao SageMaker.

iii. Envia uma CreateEndpointsolicitação para SageMaker, que então inicia os recursos 
especificados e hospeda o modelo neles.

3. Você pode obter inferências do seu modelo hospedado SageMaker com o.
SageMakerModel.transform

Forneça uma entrada DataFrame com recursos como entrada. O método transform
transforma-a em um DataFrame que contém inferências. Internamente, o transform método 
envia uma solicitação à InvokeEndpoint SageMaker API para obter inferências. O método
transform anexa as inferências à entrada DataFrame.

SageMaker Exemplos do Spark para Scala

SageMaker A Amazon fornece uma biblioteca Apache Spark (SageMakerSpark) que você pode usar 
para integrar seus aplicativos Apache Spark. SageMaker Por exemplo, você pode usar o Apache 
Spark para pré-processamento de dados e para treinamento e SageMaker hospedagem de modelos. 
Para obter informações sobre a biblioteca SageMaker Apache Spark, consulte. Use o Apache Spark 
com a Amazon SageMaker

Baixe Spark para Scala

Você pode baixar o código-fonte e os exemplos das bibliotecas Python Spark (PySpark) e Scala no 
repositório Spark. SageMaker GitHub

Para obter instruções detalhadas sobre a instalação da biblioteca SageMaker Spark, consulte
SageMakerSpark.
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SageMaker O SDK do Spark para Scala está disponível no repositório central do Maven. Para 
adicionar a biblioteca Spark ao seu projeto, adicione a seguinte dependência ao arquivo pom.xml:

• Se seu projeto foi criado com o Maven, adicione o seguinte ao seu arquivo pom.xml:

<dependency> 
    <groupId>com.amazonaws</groupId> 
    <artifactId>sagemaker-spark_2.11</artifactId> 
    <version>spark_2.2.0-1.0</version>
</dependency>

• Se seu projeto depende do Spark 2.1, adicione o seguinte ao seu arquivo pom.xml:

<dependency> 
    <groupId>com.amazonaws</groupId> 
    <artifactId>sagemaker-spark_2.11</artifactId> 
    <version>spark_2.1.1-1.0</version>
</dependency>

Exemplo do Spark para Scala

Esta seção fornece um exemplo de código que usa a biblioteca Apache Spark Scala fornecida por 
SageMaker para treinar um modelo no SageMaker uso de DataFrame s em seu cluster Spark. Em 
seguida, isso é seguido por exemplos de como Use algoritmos personalizados para treinamento e 
hospedagem de modelos na Amazon SageMaker com o Apache Spark Use o SageMakerEstimator 
em um Spark Pipeline e.

O exemplo a seguir hospeda os artefatos do modelo resultante usando serviços de SageMaker 
hospedagem. Para obter mais detalhes sobre esse exemplo, consulte Getting Started: K-Means 
Clustering on SageMaker with SageMaker Spark SDK Especificamente, este exemplo faz o seguinte:

• Usa o KMeansSageMakerEstimator para ajustar (ou treinar) um modelo nos dados

Como o exemplo usa o algoritmo k-means fornecido por SageMaker para treinar um modelo, você 
usa o. KMeansSageMakerEstimator Treine o modelo usando imagens de números manuscritos 
de um dígito (do conjunto de dados do MNIST). As imagens são fornecidas como uma entrada
DataFrame. Para sua conveniência, SageMaker fornece esse conjunto de dados em um bucket 
do Amazon S3.

Em resposta, o estimador retorna um objeto SageMakerModel.
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• Obtém inferências usando o SageMakerModel treinado

Para obter inferências de um modelo hospedado em SageMaker, você chama o
SageMakerModel.transform método. Um DataFrame é passado como entrada. O método 
transforma a entrada DataFrame em outro DataFrame que contém inferências obtidas do 
modelo.

Para uma determinada imagem de entrada de um número manuscrito de um dígito, a inferência 
identifica um cluster ao qual a imagem pertence. Para ter mais informações, consulte Algoritmo k-
means.

import org.apache.spark.sql.SparkSession
import com.amazonaws.services.sagemaker.sparksdk.IAMRole
import com.amazonaws.services.sagemaker.sparksdk.algorithms
import com.amazonaws.services.sagemaker.sparksdk.algorithms.KMeansSageMakerEstimator

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

val roleArn = "arn:aws:iam::account-id:role/rolename"

val estimator = new KMeansSageMakerEstimator( 
  sagemakerRole = IAMRole(roleArn), 
  trainingInstanceType = "ml.p2.xlarge", 
  trainingInstanceCount = 1, 
  endpointInstanceType = "ml.c4.xlarge", 
  endpointInitialInstanceCount = 1) 
  .setK(10).setFeatureDim(784)

// train
val model = estimator.fit(trainingData)

val transformedData = model.transform(testData)
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transformedData.show

O código de exemplo faz o seguinte:

• Carrega o conjunto de dados do MNIST, de um bucket do S3 fornecido pelo SageMaker (awsai-
sparksdk-dataset) para um do Spark DataFrame (mnistTrainingDataFrame):

// Get a Spark session.

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

val roleArn = "arn:aws:iam::account-id:role/rolename"
trainingData.show()

O método show exibe as primeiras 20 linhas no quadro de dados:

+-----+--------------------+
|label|            features|
+-----+--------------------+
|  5.0|(784,[152,153,154...|
|  0.0|(784,[127,128,129...|
|  4.0|(784,[160,161,162...|
|  1.0|(784,[158,159,160...|
|  9.0|(784,[208,209,210...|
|  2.0|(784,[155,156,157...|
|  1.0|(784,[124,125,126...|
|  3.0|(784,[151,152,153...|
|  1.0|(784,[152,153,154...|
|  4.0|(784,[134,135,161...|
|  3.0|(784,[123,124,125...|
|  5.0|(784,[216,217,218...|
|  3.0|(784,[143,144,145...|
|  6.0|(784,[72,73,74,99...|
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|  1.0|(784,[151,152,153...|
|  7.0|(784,[211,212,213...|
|  2.0|(784,[151,152,153...|
|  8.0|(784,[159,160,161...|
|  6.0|(784,[100,101,102...|
|  9.0|(784,[209,210,211...|
+-----+--------------------+
only showing top 20 rows

Em cada linha:

• A coluna label identifica o rótulo da imagem. Por exemplo, se a imagem do número manuscrito 
for o dígito 5, o valor do rótulo será 5.

• A coluna features armazena um vetor (org.apache.spark.ml.linalg.Vector) de 
valores Double. Esses são os 784 recursos do número manuscrito. (Cada número manuscrito é 
uma imagem de 28 x 28 pixels, o que forma os 784 recursos.)

• Cria um SageMaker estimador () KMeansSageMakerEstimator

O fit método desse estimador usa o algoritmo k-means fornecido por SageMaker para treinar 
modelos usando uma entrada. DataFrame Em resposta, ele retorna um objeto SageMakerModel
que você pode usar para obter inferências.

Note

O KMeansSageMakerEstimator estende o SageMakerEstimator do SageMaker, que, 
por sua vez, estende o Estimator do Apache Spark.

val estimator = new KMeansSageMakerEstimator( 
  sagemakerRole = IAMRole(roleArn), 
  trainingInstanceType = "ml.p2.xlarge", 
  trainingInstanceCount = 1, 
  endpointInstanceType = "ml.c4.xlarge", 
  endpointInitialInstanceCount = 1) 
  .setK(10).setFeatureDim(784)

Os parâmetros do construtor fornecem informações que são usadas para treinar e implantar um 
modelo no SageMaker:
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• trainingInstanceType e trainingInstanceCount—Identificam o tipo e o número de 
instâncias de computação de ML a serem iniciados para o treinamento de modelo.

• endpointInstanceType—Identifica o tipo de instância de computação de ML a ser usado ao 
hospedar o modelo. SageMaker Por padrão, é assumida uma instância de cálculo de ML.

• endpointInitialInstanceCount— Identifica o número de instâncias de computação de ML 
que inicialmente apoiam o endpoint que hospeda o modelo. SageMaker

• sagemakerRole— SageMaker assume essa função do IAM para realizar tarefas em seu 
nome. Por exemplo, para treinamento de modelo, ele lê dados do S3 e grava os resultados do 
treinamento (artefatos de modelo) no S3.

Note

Esse exemplo cria implicitamente um SageMaker cliente. Para criar esse cliente, você 
deve fornecer suas credenciais. A API usa essas credenciais para autenticar solicitações 
para o SageMaker. Por exemplo, ele usa as credenciais para autenticar solicitações para 
criar um trabalho de treinamento e chamadas de API para implantar o modelo usando 
SageMaker serviços de hospedagem.

• Depois que o objeto KMeansSageMakerEstimator estiver criado, defina os seguintes 
parâmetros, que são usados no treinamento de modelo:

• O número de clusters que o algoritmo k-means deve criar durante o treinamento de modelo. 
Você especifica 10 clusters, um para cada dígito, de 0 a 9.

• O vetor que identifica que cada imagem de entrada tem 784 recursos. Cada número 
manuscrito é uma imagem de 28 x 28 pixels, o que forma os 784 recursos.

• Chama o método estimador fit

// train
val model = estimator.fit(trainingData)

A entrada DataFrame é passada como parâmetro. O modelo faz todo o trabalho de treinar 
o modelo e implantá-lo SageMaker nele. Para obter mais informações, consulte, Integre seu 
aplicativo Apache Spark ao SageMaker. Em resposta, você recebe um objeto SageMakerModel, 
que pode ser usado para obter inferências do modelo implantado no SageMaker.

Apache Spark 6363



Amazon SageMaker Guia do Desenvolvedor

Apenas a entrada DataFrame é fornecida. Como o KMeansSageMakerEstimator já conhece 
o caminho do registro para o algoritmo k-means usado para treinamento de modelo, não é 
necessário especificá-lo.

• Chama o SageMakerModel.transform método para obter inferências do modelo implantado 
em. SageMaker

O método transform assume um DataFrame como entrada. Em seguida, transforma essa 
entrada e retorna outro DataFrame que contém inferências obtidas do modelo.

val transformedData = model.transform(testData)
transformedData.show

Para simplificar, usaremos o mesmo DataFrame como entrada do método transform usado 
para treinamento de modelo nesse exemplo. O método transform faz o seguinte:

• Serializa a features coluna na entrada DataFrame para protobuf e a envia para o SageMaker 
endpoint para inferência.

• Desserializa a resposta protobuf para as duas colunas adicionais (distance_to_cluster e
closest_cluster) no DataFrame transformado.

O método show obtém inferências para as primeiras 20 linhas da entrada DataFrame:

+-----+--------------------+-------------------+---------------+
|label|            features|distance_to_cluster|closest_cluster|
+-----+--------------------+-------------------+---------------+
|  5.0|(784,[152,153,154...|  1767.897705078125|            4.0|
|  0.0|(784,[127,128,129...|  1392.157470703125|            5.0|
|  4.0|(784,[160,161,162...| 1671.5711669921875|            9.0|
|  1.0|(784,[158,159,160...| 1182.6082763671875|            6.0|
|  9.0|(784,[208,209,210...| 1390.4002685546875|            0.0|
|  2.0|(784,[155,156,157...|  1713.988037109375|            1.0|
|  1.0|(784,[124,125,126...| 1246.3016357421875|            2.0|
|  3.0|(784,[151,152,153...|  1753.229248046875|            4.0|
|  1.0|(784,[152,153,154...|  978.8394165039062|            2.0|
|  4.0|(784,[134,135,161...|  1623.176513671875|            3.0|
|  3.0|(784,[123,124,125...|  1533.863525390625|            4.0|
|  5.0|(784,[216,217,218...|  1469.357177734375|            6.0|
|  3.0|(784,[143,144,145...|  1736.765869140625|            4.0|
|  6.0|(784,[72,73,74,99...|   1473.69384765625|            8.0|
|  1.0|(784,[151,152,153...|    944.88720703125|            2.0|
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|  7.0|(784,[211,212,213...| 1285.9071044921875|            3.0|
|  2.0|(784,[151,152,153...| 1635.0125732421875|            1.0|
|  8.0|(784,[159,160,161...| 1436.3162841796875|            6.0|
|  6.0|(784,[100,101,102...| 1499.7366943359375|            7.0|
|  9.0|(784,[209,210,211...| 1364.6319580078125|            6.0|
+-----+--------------------+-------------------+---------------+

Os dados podem ser interpretados da seguinte forma:

• Um número manuscrito com label 5 pertence ao cluster 4 (closest_cluster).

• Um número manuscrito com label 0 pertence ao cluster 5.

• Um número manuscrito com label 4 pertence ao cluster 9.

• Um número manuscrito com label 1 pertence ao cluster 6.

Tópicos

• Use algoritmos personalizados para treinamento e hospedagem de modelos na Amazon 
SageMaker com o Apache Spark

• Use o SageMakerEstimator em um Spark Pipeline

Use algoritmos personalizados para treinamento e hospedagem de modelos na Amazon SageMaker 
com o Apache Spark

EmSageMaker Exemplos do Spark para Scala, você usa o kMeansSageMakerEstimator porque 
o exemplo usa o algoritmo k-means fornecido pela Amazon SageMaker para treinamento de 
modelos. Mas você pode optar por usar seu próprio algoritmo personalizado para treinamento 
de modelo. Supondo que você já criou uma imagem do Docker, é possível criar o seu próprio
SageMakerEstimator e especificar o caminho do Amazon Elastic Container Registry para a 
imagem personalizada.

O exemplo a seguir mostra como criar um KMeansSageMakerEstimator a partir do
SageMakerEstimator. No novo estimador, especifique explicitamente o caminho do registro do 
Docker para as imagens de código do treinamento e da inferência.

import com.amazonaws.services.sagemaker.sparksdk.IAMRole
import com.amazonaws.services.sagemaker.sparksdk.SageMakerEstimator
import 
 com.amazonaws.services.sagemaker.sparksdk.transformation.serializers.ProtobufRequestRowSerializer
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import 
 com.amazonaws.services.sagemaker.sparksdk.transformation.deserializers.KMeansProtobufResponseRowDeserializer

val estimator = new SageMakerEstimator( 
  trainingImage = 
    "811284229777.dkr.ecr.us-east-1.amazonaws.com/kmeans:1", 
  modelImage = 
    "811284229777.dkr.ecr.us-east-1.amazonaws.com/kmeans:1", 
  requestRowSerializer = new ProtobufRequestRowSerializer(), 
  responseRowDeserializer = new KMeansProtobufResponseRowDeserializer(), 
  hyperParameters = Map("k" -> "10", "feature_dim" -> "784"), 
  sagemakerRole = IAMRole(roleArn), 
  trainingInstanceType = "ml.p2.xlarge", 
  trainingInstanceCount = 1, 
  endpointInstanceType = "ml.c4.xlarge", 
  endpointInitialInstanceCount = 1, 
  trainingSparkDataFormat = "sagemaker")

No código, os parâmetros no construtor SageMakerEstimator contêm:

• trainingImage —Identifica o caminho de registro do Docker para a imagem de treinamento que 
contém seu código personalizado.

• modelImage —Identifica o caminho do registro do Docker para a imagem que contém o código de 
inferência.

• requestRowSerializer —Implementa
com.amazonaws.services.sagemaker.sparksdk.transformation.RequestRowSerializer.

Esse parâmetro serializa as linhas na entrada DataFrame para enviá-las ao modelo hospedado 
SageMaker para inferência.

• responseRowDeserializer —Implementa

com.amazonaws.services.sagemaker.sparksdk.transformation.ResponseRowDeserializer.

Esse parâmetro desserializa as respostas do modelo, hospedadas em SageMaker, de volta para 
um. DataFrame

• trainingSparkDataFormat —Especifica o formato de dados que o Spark usa ao fazer upload 
de dados de treinamento de um DataFrame para o S3. Por exemplo, "sagemaker" para o 
formato protobuf, "csv" para valores separados por vírgula e "libsvm" para o formato LibSVM.
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Você pode implementar seus próprios RequestRowSerializer e ResponseRowDeserializer
para serializar e desserializar linhas de um formato de dados compatível com seu código de 
inferência, como .libsvm ou .csv.

Use o SageMakerEstimator em um Spark Pipeline

Você pode usar estimadores org.apache.spark.ml.Estimator e modelos
org.apache.spark.ml.Model, bem como estimadores SageMakerEstimator e modelos
SageMakerModel em pipelines org.apache.spark.ml.Pipeline, conforme mostrado no 
exemplo a seguir:

import org.apache.spark.ml.Pipeline
import org.apache.spark.ml.feature.PCA
import org.apache.spark.sql.SparkSession
import com.amazonaws.services.sagemaker.sparksdk.IAMRole
import com.amazonaws.services.sagemaker.sparksdk.algorithms
import com.amazonaws.services.sagemaker.sparksdk.algorithms.KMeansSageMakerEstimator

val spark = SparkSession.builder.getOrCreate

// load mnist data as a dataframe from libsvm
val region = "us-east-1"
val trainingData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/train/")
val testData = spark.read.format("libsvm") 
  .option("numFeatures", "784") 
  .load(s"s3://sagemaker-sample-data-$region/spark/mnist/test/")

// substitute your SageMaker IAM role here
val roleArn = "arn:aws:iam::account-id:role/rolename"

val pcaEstimator = new PCA() 
  .setInputCol("features") 
  .setOutputCol("projectedFeatures") 
  .setK(50)

val kMeansSageMakerEstimator = new KMeansSageMakerEstimator( 
  sagemakerRole = IAMRole(integTestingRole), 
  requestRowSerializer = 
    new ProtobufRequestRowSerializer(featuresColumnName = "projectedFeatures"), 
  trainingSparkDataFormatOptions = Map("featuresColumnName" -> "projectedFeatures"), 
  trainingInstanceType = "ml.p2.xlarge", 
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  trainingInstanceCount = 1, 
  endpointInstanceType = "ml.c4.xlarge", 
  endpointInitialInstanceCount = 1) 
  .setK(10).setFeatureDim(50)

val pipeline = new Pipeline().setStages(Array(pcaEstimator, kMeansSageMakerEstimator))

// train
val pipelineModel = pipeline.fit(trainingData)

val transformedData = pipelineModel.transform(testData)
transformedData.show()

O parâmetro trainingSparkDataFormatOptions configura o Spark para serializar para protobuf 
a coluna "projectedFeatures" de treinamento de modelo. Além disso, o Spark serializa para protobuf 
a coluna "label" por padrão.

Como queremos fazer inferências usando a coluna "projectedFeatures", passaremos o nome da 
coluna para o ProtobufRequestRowSerializer.

O exemplo a seguir mostra um DataFrame transformado:

+-----+--------------------+--------------------+-------------------+---------------+
|label|            features|   projectedFeatures|distance_to_cluster|closest_cluster|
+-----+--------------------+--------------------+-------------------+---------------+
|  5.0|(784,[152,153,154...|[880.731433034386...|     1500.470703125|            0.0|
|  0.0|(784,[127,128,129...|[1768.51722024166...|      1142.18359375|            4.0|
|  4.0|(784,[160,161,162...|[704.949236329314...|  1386.246826171875|            9.0|
|  1.0|(784,[158,159,160...|[-42.328192193771...| 1277.0736083984375|            5.0|
|  9.0|(784,[208,209,210...|[374.043902028333...|   1211.00927734375|            3.0|
|  2.0|(784,[155,156,157...|[941.267714528850...|  1496.157958984375|            8.0|
|  1.0|(784,[124,125,126...|[30.2848596410594...| 1327.6766357421875|            5.0|
|  3.0|(784,[151,152,153...|[1270.14374062052...| 1570.7674560546875|            0.0|
|  1.0|(784,[152,153,154...|[-112.10792566485...|     1037.568359375|            5.0|
|  4.0|(784,[134,135,161...|[452.068280676606...| 1165.1236572265625|            3.0|
|  3.0|(784,[123,124,125...|[610.596447285397...|  1325.953369140625|            7.0|
|  5.0|(784,[216,217,218...|[142.959601818422...| 1353.4930419921875|            5.0|
|  3.0|(784,[143,144,145...|[1036.71862533658...| 1460.4315185546875|            7.0|
|  6.0|(784,[72,73,74,99...|[996.740157435754...| 1159.8631591796875|            2.0|
|  1.0|(784,[151,152,153...|[-107.26076167417...|   960.963623046875|            5.0|
|  7.0|(784,[211,212,213...|[619.771820430940...|   1245.13623046875|            6.0|
|  2.0|(784,[151,152,153...|[850.152101817161...|  1304.437744140625|            8.0|
|  8.0|(784,[159,160,161...|[370.041887230547...| 1192.4781494140625|            0.0|
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|  6.0|(784,[100,101,102...|[546.674328209335...|    1277.0908203125|            2.0|
|  9.0|(784,[209,210,211...|[-29.259112927426...| 1245.8182373046875|            6.0|
+-----+--------------------+--------------------+-------------------+---------------+

SageMaker Exemplos do Spark para Python (PySpark)

SageMaker A Amazon fornece uma biblioteca Apache Spark Python (SageMaker PySpark) que você 
pode usar para integrar seus aplicativos Apache Spark. SageMaker Por exemplo, você pode usar 
o Apache Spark para pré-processamento de dados e para treinamento e SageMaker hospedagem 
de modelos. Para obter informações sobre a biblioteca SageMaker Apache Spark, consulte. Use o 
Apache Spark com a Amazon SageMaker

Baixar PySpark

Você pode baixar o código-fonte das bibliotecas Python Spark (PySpark) e Scala no repositório 
Spark. SageMaker  GitHub

Para obter instruções sobre como instalar a biblioteca SageMaker Spark, use qualquer uma das 
opções a seguir ou acesse SageMaker PySpark.

• Instale usando pip:

pip install sagemaker_pyspark

• Instale a partir da fonte:

git clone git@github.com:aws/sagemaker-spark.git
cd sagemaker-pyspark-sdk
python setup.py install

• Você também pode criar um novo notebook em uma instância de notebook que usa o kernel
Sparkmagic (PySpark) ou o Sparkmagic (PySpark3) kernel e se conectar a um cluster 
remoto do Amazon EMR.

Note

O cluster do Amazon EMR deve ser configurado com uma função do IAM que tenha 
a AmazonSageMakerFullAccess política anexada. Para obter informações sobre a 
configuração de funções para um cluster do EMR, consulte Configurar funções do IAM 
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para permissões do Amazon EMR em serviços da AWS no Guia de Gerenciamento do 
Amazon EMR.

PySpark exemplos

Para obter exemplos de uso SageMaker PySpark, consulte:

• Usando a Amazon SageMaker com o Apache Spark em Read the Docs.

• SageMaker GitHubRepositório Spark.

Para executar os blocos de anotações em uma instância de bloco de anotações, consulte Blocos de 
anotações de exemplo. Para executar os blocos de anotações no Studio, consulte Crie ou abra um 
notebook Amazon SageMaker Studio Classic.

Use o Chainer com a Amazon SageMaker

Você pode usar SageMaker para treinar e implantar um modelo usando o código Chainer 
personalizado. Os estimadores e modelos do SageMaker Python SDK Chainer e o contêiner Chainer 
de SageMaker código aberto facilitam a criação e a execução de um script do Chainer. SageMaker

O que você deseja fazer?

Quero treinar um modelo do Chainer personalizado no SageMaker.

Para obter uma amostra do caderno Jupyter, consulte os cadernos de exemplo do Chainer no 
repositório Amazon Examples. SageMaker GitHub

Para obter a documentação, consulte Treinar um modelo com o Chainer.

Eu tenho um modelo Chainer no qual treinei e quero implantá-lo em SageMaker um endpoint 
hospedado.

Para obter mais informações, consulte Implantar modelos do Chainer.

Tenho um modelo Chainer do qual treinei fora SageMaker e quero implantá-lo em um endpoint 
SageMaker

Para mais informações, consulte Implantar Endpoints de dados do modelo.

Quero ver a documentação da API para as classes do Amazon SageMaker Python SDK Chainer.

Para obter mais informações, consulte Classes do Chainer.
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Quero encontrar informações sobre os SageMaker contêineres Chainer.

Para obter mais informações, consulte o repositório SageMaker Chainer GitHub Container.

Para obter informações sobre as versões suportadas do Chainer e informações gerais sobre como 
escrever scripts de treinamento do Chainer e usar estimadores e modelos do Chainer, SageMaker 
consulte Usando o Chainer com o SDK do Python. SageMaker

Use Hugging Face com a Amazon SageMaker

A Amazon SageMaker permite que os clientes treinem, ajustem e executem inferências usando 
modelos Hugging Face para processamento de linguagem natural (NLP) no. SageMaker Você 
pode usar Hugging Face tanto para treinamento como para inferência. Essa funcionalidade está 
disponível por meio do desenvolvimento dos AWS Deep Learning Containers do Hugging Face. 
Esses contêineres incluem Transformadores, Tokenizers e a biblioteca de banco de dados do 
Hugging Face, que permite que você use esses recursos para seus trabalhos de treinamento e 
inferência. Para obter uma lista completa das imagens dos Deep Learning Containers disponíveis, 
consulte Imagens dos Deep Learning Containers disponíveis. Essas imagens dos Deep Learning 
Containers são mantidas e atualizadas regularmente com patches de segurança.

Para usar os Hugging Face Deep Learning Containers com o SageMaker Python SDK para 
treinamento, consulte o Hugging Face Estimator. SageMaker  Com o Hugging Face Estimator, você 
pode usar os modelos Hugging Face como faria com qualquer outro Estimador. SageMaker No 
entanto, usar o SDK do SageMaker Python é opcional. Você também pode orquestrar o uso dos 
Deep Learning Containers do Hugging Face com AWS CLI e AWS SDK for Python (Boto3).

Para obter mais informações sobre o Hugging Face e os modelos disponíveis nele, consulte a
documentação do Hugging Face.

Treinamento

Para realizar o treinamento, você pode usar qualquer um dos milhares de modelos disponíveis 
no Hugging Face e ajustá-los para seu caso de uso específico com treinamento adicional. Com 
SageMaker, você pode usar o treinamento padrão ou aproveitar as vantagens do treinamento de 
dados SageMaker distribuídos e modelos paralelos. Assim como em outros trabalhos de SageMaker 
treinamento usando código personalizado, você pode capturar suas próprias métricas passando 
uma definição de métricas para o SDK do SageMaker Python, conforme mostrado em Definindo 
métricas de treinamento (SDK do Python SageMaker ). As métricas capturadas são então acessíveis 
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via CloudWatche como Pandas DataFrame por meio do TrainingJobAnalyticsmétodo. Depois que 
seu modelo for treinado e ajustado, você poderá usá-lo como qualquer outro modelo para executar 
trabalhos de inferência.

Como executar o treinamento com o Estimador do Hugging Face

Você pode implementar o Hugging Face Estimator para trabalhos de treinamento usando o SDK 
do Python. SageMaker O SageMaker Python SDK é uma biblioteca de código aberto para treinar e 
implantar modelos de aprendizado de máquina. SageMaker Para obter mais informações sobre o 
Hugging Face Estimator, consulte a documentação do SDK para Python. SageMaker

Com o SDK do SageMaker Python, você pode executar trabalhos de treinamento usando o Hugging 
Face Estimator nos seguintes ambientes:

• SageMakerStudio: O Amazon SageMaker Studio é o primeiro ambiente de desenvolvimento 
(IDE) totalmente integrado para aprendizado de máquina (ML). SageMaker O Studio fornece 
uma interface visual única baseada na Web, na qual você pode executar todas as etapas de 
desenvolvimento de ML necessárias para preparar, criar, treinar e ajustar, implantar e gerenciar 
modelos. Para obter informações sobre como usar os notebooks Jupyter no Studio, consulte Usar 
os notebooks do Amazon SageMaker Studio.

• SageMaker Instâncias de notebook: uma instância de SageMaker notebook da Amazon é uma 
instância de computação de aprendizado de máquina (ML) que executa o aplicativo Jupyter 
Notebook. Esse aplicativo permite que você execute o Jupyter Notebooks em sua instância de 
notebook para preparar e processar dados, escrever código para treinar modelos, implantar 
modelos na SageMaker hospedagem e testar ou validar seus modelos sem os recursos do 
SageMaker Studio, como depurador, monitoramento de modelos e um IDE baseado na web.

• Localmente: se você tiver conectividade AWS e tiver SageMaker as permissões apropriadas, 
poderá usar o SDK do SageMaker Python localmente para iniciar trabalhos remotos de 
treinamento e inferência para Hugging Face in on. SageMaker AWS Isso funciona em sua máquina 
local, bem como em outros AWS serviços com um SDK SageMaker Python conectado e as 
permissões apropriadas.

Inferência

Para inferência, você pode usar seu modelo treinado do Hugging Face ou um dos modelos pré-
treinados do Hugging Face para implantar um trabalho de inferência com. SageMaker Com essa 
colaboração, você só precisa de uma linha de código para implantar seus modelos treinados e 
modelos pré-treinados. SageMaker Você também pode executar trabalhos de inferência sem 
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precisar escrever nenhum código de inferência personalizado. Com o código de inferência 
personalizado, você pode personalizar a lógica de inferência fornecendo seu próprio script Python.

Como implantar um trabalho de inferência usando os Deep Learning Containers do Hugging Face

Você tem duas opções para executar a inferência com SageMaker. Você pode executar inferências 
usando um modelo que você treinou ou implantar um modelo pré-treinado do Hugging Face.

• Executar inferências com seu modelo treinado: você tem duas opções para executar inferências 
com seu próprio modelo treinado. Você pode executar inferências com um modelo que você 
treinou usando um modelo existente do Hugging Face com os Hugging SageMaker Face Deep 
Learning Containers ou pode trazer seu próprio modelo existente do Hugging Face e implantá-lo 
usando. SageMaker Ao executar a inferência com um modelo que você treinou com o SageMaker 
Hugging Face Estimator, você pode implantar o modelo imediatamente após a conclusão do 
treinamento ou pode carregar o modelo treinado em um bucket do Amazon S3 e ingeri-lo ao 
executar a inferência posteriormente. Se você trouxer seu próprio modelo existente do Hugging 
Face, deverá carregar o modelo treinado em um bucket do Amazon S3 e ingerir esse bucket ao 
executar a inferência, conforme mostrado em Implantar seus Transformadores do Hugging Face 
para obter um exemplo de inferência.

• Execute inferência com um HuggingFace modelo pré-treinado: você pode usar um dos milhares 
de modelos pré-treinados do Hugging Face para executar seus trabalhos de inferência sem a 
necessidade de treinamento adicional. Para executar a inferência, selecione o modelo pré-treinado 
na lista de modelos Hugging Face, conforme descrito em Implantar Transformadores pré-treinados 
do Hugging Face para obter um exemplo de inferência.

O que você deseja fazer?

Os seguintes cadernos Jupyter no repositório de cadernos Hugging Face ilustram como usar os 
Hugging Face Deep Learning Containers em vários casos de uso. SageMaker

Quero treinar e implantar um modelo de classificação de texto usando Hugging Face in with. 
SageMaker PyTorch

Para ver uma amostra do Jupyter Notebook, consulte a demonstração de PyTorch introdução.

Quero treinar e implantar um modelo de classificação de texto usando Hugging Face in with. 
SageMaker TensorFlow

Para ver uma amostra do Jupyter Notebook, consulte o exemplo de TensorFlow introdução.
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Quero realizar um treinamento distribuído com paralelismo de dados usando Hugging Face e 
Distributed. SageMaker

Para obter uma amostra do Bloco de anotações Jupyter, consulte o exemplo de treinamento 
distribuído.

Quero realizar um treinamento distribuído com paralelismo de modelos usando Hugging Face e 
Distributed. SageMaker

Para obter uma amostra do Bloco de anotações Jupyter, consulte o exemplo de paralelismo de 
modelos.

Quero usar uma instância spot para treinar e implantar um modelo usando o Hugging Face in. 
SageMaker

Para obter uma amostra do Bloco de anotações Jupyter, consulte o exemplo de instâncias spot.

Quero capturar métricas personalizadas e usar o SageMaker Checkpointing ao treinar um modelo de 
classificação de texto usando o Hugging Face in. SageMaker

Para obter uma amostra do Bloco de anotações Jupyter, consulte o exemplo de treinamento com 
métricas personalizadas.

Quero treinar um TensorFlow modelo distribuído de respostas a perguntas usando o Hugging Face 
in. SageMaker

Para obter uma amostra do Jupyter Notebook, consulte o exemplo de  TensorFlow treinamento 
distribuído.

Quero treinar um modelo de resumo distribuído usando Hugging Face in. SageMaker

Para obter uma amostra do Bloco de anotações Jupyter, consulte o exemplo distribuído de 
treinamento de sumarização.

Quero treinar um modelo de classificação de imagens usando o Hugging Face in. SageMaker

Para obter uma amostra do Bloco de anotações Jupyter, consulte o exemplo de treinamento do 
Transformador de visão.

Quero implantar meu modelo treinado do Hugging Face em. SageMaker

Para obter uma amostra do Bloco de anotações Jupyter, consulte o exemplo de implantação dos 
seus Transformadores do Hugging Face para inferência.
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Quero implantar um modelo pré-treinado do Hugging Face em. SageMaker

Para obter uma amostra do Bloco de anotações Jupyter, consulte o exemplo de implantação dos 
seus Transformadores pré-treinados do Hugging Face para inferência.

Use PyTorch com a Amazon SageMaker

Você pode usar SageMaker a Amazon para treinar e implantar um modelo usando PyTorch código 
personalizado. Os PyTorch estimadores e modelos do SageMaker Python SDK e o PyTorch 
contêiner de SageMaker código aberto facilitam a criação e a execução de um PyTorch script. 
SageMaker

O que você deseja fazer?

Quero treinar um PyTorch modelo personalizado em SageMaker.

Para obter um exemplo de caderno Jupyter, consulte o caderno de PyTorch exemplo no
repositório Amazon SageMaker Examples GitHub.

Para obter a documentação, consulte Treinar um modelo com PyTorch.

Eu tenho um PyTorch modelo no SageMaker qual treinei e quero implantá-lo em um endpoint 
hospedado.

Para obter mais informações, consulte Implantar PyTorch modelos.

Tenho um PyTorch modelo que treinei fora SageMaker e quero implantá-lo em um SageMaker 
endpoint

Para obter mais informações, consulte Implantar seu próprio PyTorch modelo.

Quero ver a documentação da API para as classes do Amazon SageMaker Python SDK PyTorch.

Para obter mais informações, consulte PyTorch Classes.

Quero encontrar o repositório do SageMaker PyTorch contêiner.

Para obter mais informações, consulte  GitHub Repositório de SageMaker PyTorch contêineres.

Quero encontrar informações sobre as PyTorch versões suportadas pelo AWS Deep Learning 
Containers.

Para obter mais informações, consulte as Imagens de contêiner de aprendizado profundo 
disponíveis.
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Para obter informações gerais sobre como escrever scripts de PyTorch treinamento e usar 
PyTorch estimadores e modelos com SageMaker, consulte Usando PyTorch com o SDK do Python 
SageMaker .

Guia do usuário R para a Amazon SageMaker

Este documento mostrará maneiras de aproveitar os SageMaker recursos da Amazon usando 
R. Este guia apresenta o kernel R SageMaker integrado, como começar a usar o R ativado e, 
finalmente SageMaker, vários exemplos de notebooks.

Os exemplos são organizados em três níveis, Iniciante, Intermediário e Avançado. Eles começam
com Introdução ao R ativado SageMaker, continuam com o aprendizado end-to-end de máquina com 
o R ativado e terminam com tópicos mais avançados SageMaker, como SageMaker Processamento 
com script R e algoritmo Traga seu próprio (BYO) R para. SageMaker 

Para obter informações sobre como trazer sua própria imagem R personalizada para o Studio, 
consulte Traga sua própria SageMaker imagem. Para um artigo de blog semelhante, consulte
Trazendo seu próprio ambiente de R para o Amazon SageMaker Studio.

Suporte do RStudio em SageMaker

A Amazon SageMaker oferece suporte ao RStudio como um ambiente de desenvolvimento integrado 
(IDE) totalmente gerenciado e integrado ao Amazon Domain. SageMaker Com a integração do 
RStudio, você pode iniciar um ambiente RStudio no domínio para executar seus fluxos de trabalho 
do RStudio em recursos. SageMaker Para ter mais informações, consulte RStudio no Amazon 
SageMaker.

R Kernel em SageMaker

SageMaker instâncias de notebook oferecem suporte ao R usando um kernel R pré-instalado. Além 
disso, o kernel R tem a biblioteca reticulada, uma interface de R para Python, para que você possa 
usar os recursos do SDK do SageMaker Python de dentro de um script R.

• reticulatelibrary: fornece uma interface R para o SDK do Amazon Python. SageMaker  O pacote 
reticulado é convertido entre objetos de R e de Python.

Comece com R em SageMaker

•  Crie uma instância de bloco de anotações usando o tipo de instância t2.medium e o tamanho de 
armazenamento padrão. É possível escolher uma instância mais rápida e mais armazenamento se 
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planeja continuar usando a instância para exemplos mais avançados ou criar uma instância maior 
posteriormente.

• Aguarde até que o status do bloco de anotações seja Em serviço e clique em Abrir o Jupyter.

• Crie um bloco de anotações com o kernel do R pela lista de ambientes disponíveis. 

• Quando o novo bloco de anotações for criado, você deverá ver um logotipo do R no canto superior 
direito do ambiente do bloco de anotações, além de R como o kernel abaixo desse logotipo. Isso 
indica que SageMaker o kernel R foi lançado com sucesso para este notebook.

• Se preferir, quando estiver em um bloco de anotações Jupyter, você pode usar o menu Kernel e 
selecionar R na opção Alterar kernel.
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Blocos de anotações de exemplo

Pré-requisitos

Introdução ao R on SageMaker: Este exemplo de caderno descreve como você pode desenvolver 
scripts R usando o kernel R SageMaker da Amazon. Neste notebook, você configura seu SageMaker 
ambiente e permissões, baixa o conjunto de dados abalone do UCI Machine Learning Repository, 
faz alguns processamentos e visualizações básicos dos dados e, em seguida, salva os dados no 
formato.csv no S3.

Nível Iniciante

SageMakerTransformação em lote usando R Kernel: este exemplo de notebook descreve como 
realizar um trabalho de transformação em lote usando SageMaker a API Transformer e o algoritmo
XGBoost. O notebook também usa o conjunto de dados Abalone.

Nível Intermediário

Otimização de hiperparâmetros para XGBoost no R: esse bloco de anotações de exemplo amplia os 
blocos de notações iniciantes anteriores que usam o conjunto de dados abalone e o XGBoost. Ele 
descreve como ajustar o modelo com a otimização de hiperparâmetros. Você também aprenderá 
como usar a transformação em lote para previsões em lote, além de como criar um endpoint de 
modelo para fazer previsões em tempo real. 

Amazon SageMaker Processing with R: SageMaker Processing permite processar, pós-processar e 
executar cargas de trabalho de avaliação de modelos. Esse exemplo mostra como criar um script R 
para orquestrar um trabalho do Processing. 

Nível avançado
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Treine e implante seu próprio algoritmo R em SageMaker: Você já tem um algoritmo R e deseja 
SageMaker ajustá-lo, treiná-lo ou implantá-lo? Esse exemplo mostra como personalizar contêineres 
do SageMaker com pacotes de R personalizados, até como usar um endpoint hospedado para 
inferência em seu modelo de origem R.

Use o Scikit-learn com a Amazon SageMaker

Você pode usar SageMaker a Amazon para treinar e implantar um modelo usando o código Scikit-
learn personalizado. Os estimadores e modelos Scikit-learn do SageMaker Python SDK e os 
contêineres Scikit-learn de SageMaker código aberto facilitam a criação e a execução de um script 
Scikit-learn. SageMaker

Requisitos

O Scikit-learn 1.2 tem as dependências a seguir.

Dependência Versão mínima

Python 3.8

NumPy 1.17.3

SciPy 1.3.2

joblib 1.1.1

threadpoolctl 2.0.0

O contêiner SageMaker Scikit-learn oferece suporte às seguintes versões do Scikit-learn.

Versão compatível do Scikit-learn Versão mínima do Python

1.2-1 3.8

1.0-1 3.7

0.23-1 3.6

0.20.0 2.7 ou 3.4
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Para obter informações gerais sobre como escrever scripts de treinamento do Scikit-learn e usar 
estimadores e modelos do Scikit-learn com, SageMaker consulte Usando o Scikit-learn com o SDK 
do Python. SageMaker

O que você deseja fazer?

Note

O Matplotlib v2.2.3 ou mais recente é necessário para executar os notebooks de exemplo do 
Scikit-learn. SageMaker

Quero usar o Scikit-learn para processamento de dados, engenharia de recursos ou avaliação de 
modelos no SageMaker.

Para obter uma amostra do notebook Jupyter, consulte https://github.com/
awslabs/ amazon-sagemaker-examples /tree/master/sagemaker_processing/
scikit_learn_data_processing_and_model_evaluation.

Para obter a documentação, consulte ReadTheDocs.

Quero treinar um modelo do Scikit-learn personalizado no SageMaker.

Para obter uma amostra do caderno Jupyter, consulte https://github.com/awslabs/ amazon-
sagemaker-examples /tree/master/ sagemaker-python-sdk /scikit_learn_iris.

Para obter a documentação, consulte Treinar um modelo com o Scikit-learn.

Eu tenho um modelo Scikit-learn no qual treinei e quero implantá-lo em SageMaker um endpoint 
hospedado.

Para obter mais informações, consulte Implantar modelos do Scikit-learn.

Tenho um modelo Scikit-learn do qual treinei fora e quero implantá-lo em um endpoint SageMaker 
SageMaker

Para mais informações, consulte Implantar Endpoints de dados do modelo.

Quero ver a documentação da API para as aulas Scikit-learn do SDK do Amazon SageMaker Python.

Para obter mais informações, consulte Classes do Scikit-learn.

Quero ver informações sobre os contêineres do SageMaker Scikit-learn.

Para obter mais informações, consulte o repositório SageMaker Scikit-learn Container. GitHub
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Use o SparkML Serving com a Amazon SageMaker

O modelo e preditor do Amazon SageMaker Python SDK SparkML Serving e o contêiner SparkML 
Serving de código aberto da SageMaker Amazon oferecem suporte à implantação de pipelines do 
Apache Spark ML serializados com o MLeap para obter inferências. SageMaker

Para obter informações sobre como usar o contêiner SparkML Serving para implantar modelos 
SageMaker, SageMaker consulte o repositório de contêineres do Spark ML. GitHub Para obter 
informações sobre o modelo e os preditores do Amazon SageMaker Python SDK SparkML Serving, 
consulte a documentação do SparkML Serving Model and Predictor API.

Use TensorFlow com a Amazon SageMaker

Você pode usar SageMaker a Amazon para treinar e implantar um modelo usando TensorFlow 
código personalizado. Os TensorFlow estimadores e modelos do SDK do SageMaker Python e 
os TensorFlow contêineres de SageMaker código aberto facilitam a criação e a execução de um 
TensorFlow script. SageMaker

Use a TensorFlow versão 1.11 e posterior

Para TensorFlow as versões 1.11 e posteriores, o Amazon SageMaker Python SDK oferece suporte 
a scripts de treinamento no modo script.

O que você deseja fazer?

Quero treinar um TensorFlow modelo personalizado em SageMaker.

Para ver um exemplo de caderno Jupyter, consulte Treinamento e exibição do modo TensorFlow 
script.

Para obter a documentação, consulte Treinar um modelo com TensorFlow.

Eu tenho um TensorFlow modelo no SageMaker qual treinei e quero implantá-lo em um endpoint 
hospedado.

Para obter mais informações, consulte Implantar modelos de TensorFlow serviço.

Tenho um TensorFlow modelo que treinei fora SageMaker e quero implantá-lo em um SageMaker 
endpoint

Para obter mais informações, consulte Implantação diretamente dos artefatos do modelo.
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Quero ver a documentação da API para as classes do Amazon SageMaker Python SDK TensorFlow.

Para obter mais informações, consulte TensorFlow Estimador.

Quero encontrar o repositório do SageMaker TensorFlow contêiner.

Para obter mais informações, consulte  GitHub Repositório de SageMaker TensorFlow 
contêineres.

Quero encontrar informações sobre as TensorFlow versões suportadas pelo AWS Deep Learning 
Containers.

Para obter mais informações, consulte as Imagens de contêiner de aprendizado profundo 
disponíveis.

Para obter informações gerais sobre como escrever scripts de treinamento no modo TensorFlow 
TensorFlow script e usar estimadores e modelos do modo script com SageMaker, consulte Usando 
TensorFlow com o SDK do Python SageMaker .

Use o Modo TensorFlow Legado para as versões 1.11 e anteriores

O Amazon SageMaker Python SDK fornece um modo legado compatível com TensorFlow as 
versões 1.11 e anteriores. Use scripts de TensorFlow treinamento do modo legado para executar 
TensorFlow trabalhos em SageMaker se:

• Você tiver scripts no modo legado que não deseja converter em modo script.

• Você deseja usar uma TensorFlow versão anterior à 1.11.

Para obter informações sobre como escrever TensorFlow scripts de modo legado para usar com o 
SDK do SageMaker Python, consulte TensorFlow SageMaker Estimators and Models.

Use o Triton Inference Server com a Amazon SageMaker

SageMaker permite que os clientes implantem um modelo usando código personalizado com o 
NVIDIA Triton Inference Server. Essa funcionalidade está disponível por meio do desenvolvimento 
dos Contêineres do Triton Inference Server. Esses contêineres incluem o NVIDIA Triton Inference 
Server, suporte para estruturas comuns de ML e variáveis de ambiente úteis que permitem otimizar o 
desempenho em. SageMaker Para obter uma lista completa de todas as imagens dos Deep Learning 
Containers disponíveis, consulte Imagens dos Deep Learning Containers disponíveis. As imagens 
dos Deep Learning Containers são mantidas e atualizadas regularmente com patches de segurança.
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Você pode usar o Triton Inference Server Container com SageMaker Python SDK como faria com 
qualquer outro contêiner em seus modelos. SageMaker No entanto, usar o SDK do SageMaker 
Python é opcional. Você pode usar os contêineres do Triton Inference Server com AWS CLI e AWS 
SDK for Python (Boto3).

Para obter mais informações sobre o NVIDIA Triton Inference Server, consulte a documentação do 
Triton.

Inferência

Note

O back-end Triton Python usa memória compartilhada (SHMEM) para conectar seu código 
ao Triton. SageMaker A inferência fornece até metade da memória da instância como 
SHMEM para que você possa usar uma instância com mais memória para um tamanho 
maior de SHMEM.

Para inferência, você pode usar seus modelos de ML treinados com o Triton Inference Server para 
implantar um trabalho de inferência com. SageMaker

Alguns dos principais recursos do contêiner do Triton Inference Server são:

• Compatível com vários frameworks: o Triton pode ser usado para implantar modelos de todos 
os principais frameworks de ML. O Triton suporta TensorFlow GraphDef e SavedModel, ONX, 
PyTorch TorchScript TensorRT e formatos de modelo Python/C++ personalizados.

• Pipelines de modelos: o conjunto de modelos Triton representa um pipeline de um modelo com 
lógica de pré/pós-processamento e a conexão de tensores de entrada e saída entre eles. Uma 
única solicitação de inferência para um conjunto aciona a execução de todo o pipeline.

• Execução simultânea do modelo: várias instâncias do mesmo modelo podem ser executadas 
simultaneamente na mesma GPU ou em várias GPUs.

• Lotes dinâmicos: para modelos que compatíveis com os lotes, o Triton tem vários algoritmos 
integrados de agendamento e agrupamento em lotes que combinam solicitações de inferência 
individuais para melhorar a taxa de transferência da inferência. Essas decisões de agendamento e 
agrupamento em lotes são transparentes para o cliente que solicita a inferência.

• Suporte diversificado para CPU e GPU: os modelos podem ser executados em CPUs ou GPUs 
para máxima flexibilidade e para suportar requisitos de computação heterogêneos.
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O que você deseja fazer?

Quero implantar meu PyTorch modelo treinado em SageMaker.

Para ver uma amostra do Jupyter Notebook, consulte o exemplo Implante seu modelo PyTorch 
Resnet50 com o Triton Inference Server.

Quero implantar meu modelo treinado do Hugging Face em. SageMaker

Para ver uma amostra do Jupyter Notebook, consulte o exemplo Implante seu modelo PyTorch 
BERT com o Triton Inference Server.

Referência da API

Fazer chamadas de API diretamente do código é complicado e exige que você escreva um código 
para autenticar suas solicitações. A Amazon SageMaker oferece as seguintes alternativas:

Tópicos

• Modelo de programação para Amazon SageMaker

• APIs, CLI e SDKs

Modelo de programação para Amazon SageMaker

Fazer chamadas de API diretamente do código é complicado e exige que você escreva um código 
para autenticar suas solicitações. A Amazon SageMaker oferece as seguintes alternativas:

• Use o SageMaker console — Com o console, você não escreve nenhum código. Você usa a 
interface de usuário do console para iniciar o treinamento ou implantar um modelo. O console 
funciona bem para trabalhos simples, nos quais você usa um algoritmo de treinamento integrado e 
não precisa pré-processar dados de treinamento.

 

• Modifique os exemplos de notebooks Jupyter — SageMaker fornece vários notebooks Jupyter que 
treinam e implantam modelos usando algoritmos e conjuntos de dados específicos. Comece com 
um bloco de anotações que tenha um algoritmo adequado e modifique-o para acomodar sua fonte 
de dados e suas necessidades específicas.
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• Escreva código de treinamento e inferência de modelos do zero — SageMaker fornece várias 
linguagens de AWS SDK (listadas na visão geral) e o Amazon Python SDK, uma biblioteca 
SageMaker Python de alto nível que você pode usar em seu código para iniciar trabalhos de 
treinamento de modelos e implantar os modelos resultantes.

 

• O SDK do SageMaker Python — essa biblioteca do Python simplifica o treinamento e a 
implantação de modelos. Além de autenticar as solicitações, a biblioteca abstrai informações 
específicas da plataforma fornecendo métodos simples e parâmetros padrão. Por exemplo: .

 

• Para implantar o modelo, você chama apenas o método deploy(). O método cria um 
artefato de SageMaker modelo, uma configuração de endpoint e, em seguida, implanta o 
modelo em um endpoint.

 

• Se você usar um script de framework personalizado para treinamento de modelo, chame o 
método fit(). O método cria um arquivo .gzip do seu script, faz upload dele para um local do 
Amazon S3 e, depois, o executa para treinamento de modelo e outras tarefas. Para ter mais 
informações, consulte Linguagens e frameworks de Machine Learning.

 

• Para definir padrões para chamadas de SageMaker API feitas pelo SDK do SageMaker 
Python, você usa um dicionário de configuração padrão. Para obter mais informações, 
consulte Como configurar e usar padrões com o SDK do Python SageMaker .

 

• Os AWS SDKs — Os SDKs fornecem métodos que correspondem à SageMaker API (consulte
Operations). Use os SDKs para iniciar programaticamente um trabalho de treinamento de 
modelo e hospedar o modelo em. SageMaker Os clientes do SDK gerenciam a autenticação 
para você, então você não precisa escrever um código de autenticação. Eles estão disponíveis 
em várias linguagens e plataformas. Para obter mais informações, consulte a lista anterior na 
visão geral.
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No Conceitos básicos, um modelo é treinado e implantado com um algoritmo fornecido pelo 
SageMaker. O exercício mostra como usar as duas bibliotecas. Para ter mais informações, 
consulte Conceitos básicos.

 

• SageMaker Integre-se ao seu fluxo de trabalho do Apache Spark — SageMaker fornece uma 
biblioteca para chamar suas APIs do Apache Spark. Com ele, você pode usar estimadores 
SageMaker baseados em um pipeline do Apache Spark. Para ter mais informações, consulte Use 
o Apache Spark com a Amazon SageMaker.

APIs, CLI e SDKs

SageMaker A Amazon fornece APIs, SDKs e uma interface de linha de comando que você pode usar 
para criar e gerenciar instâncias de notebooks e treinar e implantar modelos.

• SDK do Amazon SageMaker Python (recomendado)

• Referência de SageMaker API da Amazon

• Referência de API de IA aumentada da Amazon

• AWS Command Line Interface

• AWS SDK for .NET

• AWS SDK for C++

• AWS SDK for Go

• AWS SDK for Java

• AWS SDK for JavaScript

• AWS SDK for PHP

• AWS SDK for Python (Boto)

• AWS SDK for Ruby

• Amazon SageMaker Spark

Você também pode obter exemplos de código no GitHub repositório de notebooks de SageMaker 
exemplo da Amazon.

• Blocos de anotações de exemplo
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SageMaker Imagens de distribuição

SageMaker Distribuição é uma coleção de imagens do Docker, que inclui bibliotecas e pacotes 
populares para aprendizado de máquina, ciência de dados e visualização de análise de dados. As 
imagens do Docker incluem estruturas de aprendizado profundo, como as seguintes:

• PyTorch

• TensorFlow

• Keras

Também inclui pacotes Python populares, como os seguintes:

• numpy

• scikit-learn

• pandas

Dentro do contêiner, você pode usar os seguintes IDEs:

• JupyterLab

• Editor de código, baseado em Code-OSS (Visual Studio Code Open Source)

Cada imagem SageMaker de distribuição tem uma variante de GPU e uma variante de CPU.

SageMaker A distribuição está disponível em:

• Estúdio

• Laboratório de estúdio

Os pacotes incluídos no contêiner têm garantia de compatibilidade entre si e o tempo de execução 
é criado para funcionar em qualquer lugar. Você pode usar o contêiner para executar notebooks ou 
trabalhos de SageMaker treinamento do Amazon SageMaker Studio. Você também pode executar 
o contêiner em um laptop local. Use a SageMaker distribuição para começar rapidamente com 
o desenvolvimento de ML em seu ambiente local. Faça a transição perfeita para tarefas como a 
execução em lote de trabalhos de treinamento sem precisar reconfigurar seu ambiente de tempo de 
execução.

SageMaker Imagens de distribuição 6387
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Para ver a lista de todas as bibliotecas suportadas na SageMaker distribuição e suas versões 
correspondentes, consulte SageMakerDistribuição GitHub. Você também pode usar as imagens pré-
criadas e de ready-to-use SageMaker distribuição da Amazon Elastic Container Registry Gallery.

Pacotes e versões compatíveis

Para ver a lista dos pacotes instalados em uma versão do SageMaker Distribution, consulte o arquivo 
RELEASE.md no diretório build_artifacts do repositório de distribuição. SageMaker  GitHub

SageMaker Política de suporte de imagens de distribuição

Major Uma versão 
principal da Amazon 
SageMaker Distribut 
ion atualiza todas 
as suas dependênc 
ias principais para 
a versão compatíve 
l mais recente. 
SageMaker A distribui 
ção pode adicionar ou 
remover pacotes em 
uma versão principal 
. As versões principai 
s são indicadas pelo 
primeiro número na 
string da versão. Por 
exemplo, 1,0, 2,0, 3,0.

Semestral

Menor Uma versão 
secundária da 
Amazon SageMaker 
Distribution garante 
que todas as suas 
dependências 
principais sejam 
atualizadas para a 
versão secundári 

Mensalmente 
(versões secundári 
as adicionais também 
são lançadas com 
base na necessidade 
adicional)
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https://github.com/aws/sagemaker-distribution
https://github.com/aws/sagemaker-distribution/blob/main/build_artifacts
https://github.com/aws/sagemaker-distribution
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a compatível mais 
recente dentro da 
mesma versão 
principal. SageMaker 
A distribuição pode 
adicionar novos 
pacotes durante o 
lançamento de uma 
versão secundária. 
As versões secundári 
as são indicadas pelo 
segundo número na 
string da versão. Por 
exemplo, 1,1, 1,2 ou 
2,1

Patch O lançamento de 
uma versão de 
patch da Amazon 
SageMaker Distribut 
ion garante que todas 
as suas dependênc 
ias principais 
sejam atualizadas 
para a versão de 
patch compatíve 
l mais recente 
dentro da mesma 
versão secundária. 
SageMaker A distribui 
ção não adiciona 
nem remove pacotes 
durante o lançament 
o de uma versão de 
patch.

7 dias (correções 
noturnas também 
foram implantad 
as com base na 
gravidade)

Pacotes e versões compatíveis 6389
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Important

• SageMaker A distribuição v0.x.y é usada somente no Studio Classic. SageMaker A 
distribuição v1.x.y só é usada em. JupyterLab

• Tentamos atualizar as imagens do Studio com novas versões regularmente. Se os pacotes 
na imagem de distribuição estiverem desatualizados, recomendamos aguardar a próxima 
atualização.

• Algumas dependências, como Python, são tratadas de forma diferente. A Amazon 
SageMaker Distribution permite uma pequena atualização do Python com uma versão. Por 
exemplo, você pode atualizar o Python 3.10 para o Python 3.11 ao atualizar da versão 4.8 
para 5.0.

Histórico de documentos da Amazon SageMaker

Alteração Descrição Data

Atualizações de políticas 
gerenciadas da AWS - Nova 
política

SageMaker adicionou a 
seguinte nova política AWS 
gerenciada.

• AmazonSageMakerCan 
vasBedrockAccess

2 de fevereiro de 2024

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerCan 
vasFullAccess

24 de janeiro de 2024

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerCan 
vasFullAccess

8 de dezembro de 2023

SageMaker Histórico do documento 6390

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasBedrockAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasBedrockAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
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Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerCan 
vasDataPrepFullAcesso

7 de dezembro de 2023

SageMaker Histórico do documento 6391

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
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Novos recursos re:Invent 2023 Os seguintes novos recursos 
foram introduzidos no 
re:Invent 2023.

• SageMaker Canvas Chat 
para preparação de dados

• Editor de código

• Contêineres de aprendizado 
profundo para inferência de 
modelos grandes

• Implemente modelos para 
inferência em tempo real

• SageMaker Imagens de 
distribuição

• Simplificação da integração 
de domínios

• Amazon S3 Express de uma 
zona

• Avaliações do modelo da 
Fundação (FMEval)

• SageMakerHyperPod

• Júpiter Terai

• JupyterLab em estúdio

• SageMakerNotebook 
Empregos

• SageMaker Oleodutos

• SageMakersmart peneirand 
o

• SageMakerStudio

30 de novembro de 2023

SageMaker Histórico do documento 6392

https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-fm-chat-fine-tune.html
https://docs.aws.amazon.com/sagemaker/latest/dg/canvas-fm-chat-fine-tune.html
https://docs.aws.amazon.com/sagemaker/latest/dg/code-editor.html
https://docs.aws.amazon.com/sagemaker/latest/dg/large-model-inference-dlc.html
https://docs.aws.amazon.com/sagemaker/latest/dg/large-model-inference-dlc.html
https://docs.aws.amazon.com/sagemaker/latest/dg/large-model-inference-dlc.html
https://docs.aws.amazon.com/sagemaker/latest/dg/realtime-endpoints-deploy-models.html
https://docs.aws.amazon.com/sagemaker/latest/dg/realtime-endpoints-deploy-models.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-distribution.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-distribution.html
https://docs.aws.amazon.com/sagemaker/latest/dg/gs.html
https://docs.aws.amazon.com/sagemaker/latest/dg/gs.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-access-training-data.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-access-training-data.html
https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-foundation-model-evaluate.html
https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-foundation-model-evaluate.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-hyperpod.html
https://docs.aws.amazon.com/sagemaker/latest/dg/jupyterai.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-updated-jl.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebook-auto-run.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebook-auto-run.html
https://docs.aws.amazon.com/sagemaker/latest/dg/pipelines-step-decorator.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-smart-sifting.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-smart-sifting.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-updated.html
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Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada em re:Invent 2023.

• AmazonSageMakerFul 
lAccess

30 de novembro de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou as 
seguintes políticas AWS 
gerenciadas no re:Invent 
2023.

• AmazonSageMakerCan 
vasIA ServicesAccess

• AmazonSageMakerCan 
vasDataPrepFullAcesso

29 de novembro de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Novas políticas

SageMaker adicionou a 
seguinte nova política AWS 
gerenciada em re:Invent 2023.

• AmazonSageMakerClu 
sterInstanceRolePolicy

29 de novembro de 2023

Atualizações de políticas 
gerenciadas da AWS - Nova 
política

SageMaker adicionou a 
seguinte nova política AWS 
gerenciada.

• AmazonSageMakerCan 
vasDataPrepFullAcesso

26 de outubro de 2023

Atualizações de políticas 
gerenciadas da AWS - Nova 
política

SageMaker adicionou a 
seguinte nova política AWS 
gerenciada.

• AmazonSageMakerCan 
vasDirectDeployAccess

6 de outubro de 2023

SageMaker Histórico do documento 6393

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol.html#security-iam-awsmanpol-AmazonSageMakerFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol.html#security-iam-awsmanpol-AmazonSageMakerFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-cluster.html#security-iam-awsmanpol-AmazonSageMakerClusterInstanceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-cluster.html#security-iam-awsmanpol-AmazonSageMakerClusterInstanceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDataPrepFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDirectDeployAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasDirectDeployAccess.html
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Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou as 
seguintes políticas AWS 
gerenciadas.

• AmazonSageMakerCan 
vasFullAccess

• AmazonSageMakerCan 
vasIA ServicesAccess

29 de setembro de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerCan 
vasFullAccess

29 de agosto de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Novas políticas

SageMaker adicionou as 
seguintes novas políticas AWS 
gerenciadas.

• AmazonSageMakerPar 
tnerServiceCatalog 
ProductsApiGateway 
ServiceRolePolicy

• AmazonSageMakerPar 
tnerServiceCatalog 
ProductsCloudForma 
tionServiceRolePolicy

• AmazonSageMakerPar 
tnerServiceCatalog 
ProductsLambdaServ 
iceRolePolicy

1º de agosto de 2023

SageMaker Histórico do documento 6394

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsApiGatewayServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsApiGatewayServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsApiGatewayServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsApiGatewayServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsCloudFormationServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsCloudFormationServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsCloudFormationServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsCloudFormationServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsLambdaServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsLambdaServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsLambdaServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-AmazonSageMakerPartnerServiceCatalogProductsLambdaServiceRolePolicy
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Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerCan 
vasFullAccess

24 de julho de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerMod 
elGovernanceUseAccess

17 de julho de 2023

Índice refatorado SageMaker Índice do Guia 
do Desenvolvedor reformula 
do para refletir melhor o novo 
conteúdo.

1.º de junho de 2023

SageMaker Caminhos do ECR Caminhos de registro do 
Docker e código de exemplo
publicados.

25 de maio de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerGeo 
spatialExecutionRole.

10 de maio de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerCan 
vasFullAccess

4 de maio de 2023

SageMaker Histórico do documento 6395

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-governance.html#security-iam-awsmanpol-governance-AmazonSageMakerModelGovernanceUseAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-governance.html#security-iam-awsmanpol-governance-AmazonSageMakerModelGovernanceUseAccess
https://docs.aws.amazon.com/sagemaker/latest/dg-ecr-paths/sagemaker-algo-docker-registry-paths.html
https://docs.aws.amazon.com/sagemaker/latest/dg-ecr-paths/sagemaker-algo-docker-registry-paths.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-geospatial.html#security-iam-awsmanpol-AmazonSageMakerGeospatialExecutionRole
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-geospatial.html#security-iam-awsmanpol-AmazonSageMakerGeospatialExecutionRole
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html


Amazon SageMaker Guia do Desenvolvedor

Atualizações de políticas 
gerenciadas da AWS - Nova 
política

SageMaker adicionou a 
seguinte nova política AWS 
gerenciada.

• AmazonSageMakerMod 
elRegistryFullAccess

12 de abril de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerCan 
vasFullAccess

24 de março de 2023

Atualizações de políticas 
gerenciadas da AWS - Nova 
política

SageMaker adicionou a 
seguinte nova política AWS 
gerenciada.

• AmazonSageMakerCan 
vasIA ServicesAccess

23 de março de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerNot 
ebooksServiceRolePolicy

9 de março de 2023

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou a 
seguinte política AWS 
gerenciada.

• AmazonSageMakerNot 
ebooksServiceRolePolicy

12 de janeiro de 2023

SageMaker Histórico do documento 6396

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-model-registry.html#security-iam-awsmanpol-AmazonSageMakerModelRegistryFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-model-registry.html#security-iam-awsmanpol-AmazonSageMakerModelRegistryFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-notebooks.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-notebooks.html#security-iam-awsmanpol-AmazonSageMakerCanvasAIServicesAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-notebooks.html#security-iam-awsmanpol-AmazonSageMakerNotebooksServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-notebooks.html#security-iam-awsmanpol-AmazonSageMakerNotebooksServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-notebooks.html#security-iam-awsmanpol-AmazonSageMakerNotebooksServiceRolePolicy
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-notebooks.html#security-iam-awsmanpol-AmazonSageMakerNotebooksServiceRolePolicy
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Novos recursos do re:Invent 
2022

Os novos recursos a seguir 
foram introduzidos no 
re:Invent 2022.

• SageMaker capacidades 
geoespaciais

• SageMaker Cartões modelo

• SageMaker Painel do 
modelo

• SageMaker Gerente de 
funções

• Colaboração com espaços 
compartilhados

• Testes de sombra de 
inferência

• Fluxos de trabalho 
baseados em cadernos

• Widget de preparação de 
dados do Data Wrangler

• Etapa do AutoML no 
Amazon SageMaker Model 
Building Pipelines

• Extensão Studio Classic Git

30 de novembro de 2022

Atualizações de políticas 
gerenciadas pela AWS - 
Atualização de políticas 
existentes

SageMaker atualizou as 
seguintes políticas AWS 
gerenciadas no re:Invent 
2022.

• AmazonSageMakerFul 
lAccess

• AmazonSageMakerFea 
tureStoreAccess

• AmazonSageMakerCan 
vasFullAccess

30 de novembro de 2022

SageMaker Histórico do documento 6397

https://docs.aws.amazon.com/sagemaker/latest/dg/geospatial.html
https://docs.aws.amazon.com/sagemaker/latest/dg/geospatial.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-cards.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-dashboard.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-dashboard.html
https://docs.aws.amazon.com/sagemaker/latest/dg/role-manager.html
https://docs.aws.amazon.com/sagemaker/latest/dg/role-manager.html
https://docs.aws.amazon.com/sagemaker/latest/dg/domain-space.html
https://docs.aws.amazon.com/sagemaker/latest/dg/domain-space.html
https://docs.aws.amazon.com/sagemaker/latest/dg/shadow-tests.html
https://docs.aws.amazon.com/sagemaker/latest/dg/shadow-tests.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebook-auto-run.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebook-auto-run.html
https://docs.aws.amazon.com/sagemaker/latest/dg/data-wrangler-interactively-prepare-data-notebook.html
https://docs.aws.amazon.com/sagemaker/latest/dg/data-wrangler-interactively-prepare-data-notebook.html
https://docs.aws.amazon.com/sagemaker/latest/dg/build-and-manage-steps.html#step-type-automl
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-git-attach.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol.html#security-iam-awsmanpol-AmazonSageMakerFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol.html#security-iam-awsmanpol-AmazonSageMakerFullAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-feature-store.html#security-iam-awsmanpol-AmazonSageMakerFeatureStoreAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-feature-store.html#security-iam-awsmanpol-AmazonSageMakerFeatureStoreAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-canvas.html#security-iam-awsmanpol-AmazonSageMakerCanvasFullAccess.html
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Atualizações de políticas 
gerenciadas pela AWS - 
Novas políticas

SageMaker adicionou as 
seguintes novas políticas 
AWS gerenciadas no re:Invent 
2022.

• AmazonSageMakerGeo 
spatialFullAccess

• AmazonSageMakerGeo 
spatialExecutionRole

• AmazonSageMakerMod 
elGovernanceUseAccess

30 de novembro de 2022

Novos recursos do re:Invent 
2021

Os novos recursos a seguir 
foram introduzidos no 
re:Invent 2021.

• SageMaker Tela

• SageMaker Ground Truth 
Plus

• SageMaker Recomendador 
de inferência

• SageMaker Endpoints sem 
servidor

• SageMaker Laboratório de 
estúdio

• SageMaker Notebooks 
Studio e Amazon EMR

• SageMaker Compilador de 
treinamento

1º de dezembro de 2021

SageMaker Histórico do documento 6398

https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-geospatial.html#security-iam-awsmanpol-AmazonSageMakerGeospatialFullAccess
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https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-geospatial.html#security-iam-awsmanpol-AmazonSageMakerGeospatialExecutionRole
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-geospatial.html#security-iam-awsmanpol-AmazonSageMakerGeospatialExecutionRole
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-governance.html#security-iam-awsmanpol-governance-AmazonSageMakerModelGovernanceUseAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-governance.html#security-iam-awsmanpol-governance-AmazonSageMakerModelGovernanceUseAccess
https://docs.aws.amazon.com/sagemaker/latest/dg/canvas.html
https://docs.aws.amazon.com/sagemaker/latest/dg/gtp.html
https://docs.aws.amazon.com/sagemaker/latest/dg/gtp.html
https://docs.aws.amazon.com/sagemaker/latest/dg/inference-recommender.html
https://docs.aws.amazon.com/sagemaker/latest/dg/inference-recommender.html
https://docs.aws.amazon.com/sagemaker/latest/dg/serverless-endpoints.html
https://docs.aws.amazon.com/sagemaker/latest/dg/serverless-endpoints.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-lab.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-lab.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-notebooks-emr-cluster.html
https://docs.aws.amazon.com/sagemaker/latest/dg/studio-notebooks-emr-cluster.html
https://docs.aws.amazon.com/sagemaker/latest/dg/training-compiler.html
https://docs.aws.amazon.com/sagemaker/latest/dg/training-compiler.html
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Dados de séries temporais do 
Autopilot

O Amazon SageMaker 
Autopilot aceita séries 
temporais como entradas 
de modelo. Para obter mais 
informações, consulte Dados 
e tipos de problemas do 
Amazon SageMaker Autopilot.

25 de outubro de 2021

Políticas gerenciadas 
pela AWS

Começou a monitorar as 
alterações nas políticas 
SageMaker gerenciadas.

10 de junho de 2021

SageMaker Histórico do documento 6399

https://docs.aws.amazon.com/sagemaker/latest/dg/autopilot-datasets-problem-types.html
https://docs.aws.amazon.com/sagemaker/latest/dg/autopilot-datasets-problem-types.html
https://docs.aws.amazon.com/sagemaker/latest/dg/autopilot-datasets-problem-types.html
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-sc-updates
https://docs.aws.amazon.com/sagemaker/latest/dg/security-iam-awsmanpol-sc.html#security-iam-awsmanpol-sc-updates
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Novos recursos do re:Invent 
2020

Os novos recursos a seguir 
foram introduzidos no 
re:Invent 2020.

• Amazon SageMaker Model 
Building Pipelines

• Automatize MLOPs com 
projetos SageMaker

• SageMaker Gerente de 
borda

• SageMaker Esclareça

• SageMaker Organizador de 
dados

• SageMaker Loja de 
recursos

• SageMaker Estúdio 
JumpStart

• Registrar e implantar 
modelos com o Model 
Registry

• SageMaker Distribuído

• Criação de perfil profunda 
com SageMaker o 
Debugger

1º de dezembro de 2020

Cadernos do Studio SageMaker Cadernos do 
Studio

28 de abril de 2020

SageMaker Histórico do documento 6400

https://docs.aws.amazon.com/sagemaker/latest/dg/pipelines.html
https://docs.aws.amazon.com/sagemaker/latest/dg/pipelines.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-projects.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sagemaker-projects.html
https://docs.aws.amazon.com/sagemaker/latest/dg/edge.html
https://docs.aws.amazon.com/sagemaker/latest/dg/edge.html
https://docs.aws.amazon.com/sagemaker/latest/dg/clarify-fairness-and-explainability.html
https://docs.aws.amazon.com/sagemaker/latest/dg/data-wrangler.html
https://docs.aws.amazon.com/sagemaker/latest/dg/data-wrangler.html
https://docs.aws.amazon.com/sagemaker/latest/dg/feature-store.html
https://docs.aws.amazon.com/sagemaker/latest/dg/feature-store.html
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https://docs.aws.amazon.com/sagemaker/latest/dg/distributed-training.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-debugger.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-debugger.html
https://docs.aws.amazon.com/sagemaker/latest/dg/train-debugger.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebooks.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebooks.html
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Novos recursos do re:Invent 
2019

Os novos recursos a seguir 
foram introduzidos no 
re:Invent 2019.

• SageMaker Estúdio

• SageMaker Notebooks 
Studio (versão prévia)

• SageMaker Experimentos

• SageMaker Piloto automátic 
o

• SageMaker Depurador

• SageMaker Monitor de 
modelo

3 de dezembro de 2019

SageMaker Histórico do documento 6401

https://docs.aws.amazon.com/sagemaker/latest/dg/gs-studio.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebooks.html
https://docs.aws.amazon.com/sagemaker/latest/dg/notebooks.html
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https://docs.aws.amazon.com/sagemaker/latest/dg/train-debugger.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-monitor.html
https://docs.aws.amazon.com/sagemaker/latest/dg/model-monitor.html
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Novos recursos do re:Invent 
2018

Os novos recursos a seguir 
foram introduzidos no 
re:Invent 2018.

• Amazon SageMaker Ground 
Truth

• Amazon Elastic Inference

• SageMaker Recursos em 
AWS Marketplace

• SageMaker Pipelines de 
inferência

• SageMaker Neo

• Pesquise Amazon 
SageMaker Experiments

• Aprendizado por Reforço

• Associe repositórios Git 
a instâncias do Notebook 
SageMaker

• Algoritmo de segmentação 
semântica

• Arquivos manifesto 
aumentados em trabalhos 
de treinamento

28 de novembro de 2018

Configuração de instâncias do 
bloco de anotações

Você pode usar scripts de 
shell para configurar instância 
s do bloco de anotações 
ao criá-las ou iniciá-las. 
Para obter mais informaçõ 
es, consulte Personalizar 
uma instância de bloco de 
anotações.

1º de maio de 2018

SageMaker Histórico do documento 6402

https://docs.aws.amazon.com/sagemaker/latest/dg/sms.html
https://docs.aws.amazon.com/sagemaker/latest/dg/sms.html
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Compatibilidade com o 
aplicativo Auto Scaling

A Amazon SageMaker 
agora oferece suporte ao 
Application Auto Scaling para 
variantes de produção. Para 
obter informações, consulte
Dimensionamento SageMaker 
automático de modelos

28 de fevereiro de 2018

TensorFlow Suporte para 1.5 
e MXNet 1.0

Os contêineres do Amazon 
SageMaker Deep Learning 
agora oferecem suporte ao 
TensorFlow 1.5 e ao Apache 
MXNet 1.0.

27 de fevereiro de 2018

BlazingText algoritmo A Amazon SageMaker agora 
oferece suporte ao BlazingTe 
xtalgoritmo.

18 de janeiro de 2018

Criptografia do KMS A Amazon SageMaker agora 
oferece suporte à criptografia 
KMS para hospedar instância 
s e artefatos de modelos de 
treinamento em repouso.

17 de janeiro de 2018

CloudTrail apoio A Amazon SageMaker agora 
suporta o registro com AWS 
CloudTrail.

11 de janeiro de 2018

Algoritmo de previsão DeepAR A Amazon SageMaker agora 
suporta o algoritmo DeepAR
para previsão de séries 
temporais.

8 de janeiro de 2018

SageMaker lançar A Amazon SageMaker foi 
lançada no re:Invent 2017.

28 de novembro de 2017

SageMaker Histórico do documento 6403

https://docs.aws.amazon.com/sagemaker/latest/dg/endpoint-auto-scaling.html
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https://docs.aws.amazon.com/sagemaker/latest/dg/logging-using-cloudtrail.html
https://docs.aws.amazon.com/sagemaker/latest/dg/logging-using-cloudtrail.html
https://docs.aws.amazon.com/sagemaker/latest/dg/deepar.html
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AWS Glossário
Para obter a terminologia mais recente da AWS, consulte o glossário da AWS na Referência 
do Glossário da AWS.
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https://docs.aws.amazon.com/glossary/latest/reference/glos-chap.html


Amazon SageMaker Guia do Desenvolvedor

As traduções são geradas por tradução automática. Em caso de conflito entre o conteúdo da 
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